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¿Qué es Amazon SageMaker?
Amazon SageMaker es un servicio de aprendizaje automático (ML) totalmente gestionado. Con él 
SageMaker, los científicos de datos y los desarrolladores pueden crear, entrenar e implementar 
modelos de aprendizaje automático de forma rápida y segura en un entorno hospedado listo para 
la producción. Proporciona una experiencia de interfaz de usuario para ejecutar flujos de trabajo de 
aprendizaje automático que hace que las herramientas de aprendizaje SageMaker automático estén 
disponibles en varios entornos de desarrollo integrados (IDE).

Con SageMaker ella, puede almacenar y compartir sus datos sin tener que crear y administrar sus 
propios servidores. Esto les da a usted o a sus organizaciones más tiempo para crear y desarrollar 
de forma colaborativa su flujo de trabajo de aprendizaje automático y hacerlo antes. SageMaker 
proporciona algoritmos de aprendizaje automático gestionados para que se ejecuten de forma 
eficiente con datos extremadamente grandes en un entorno distribuido. Con soporte bring-your-own-
algorithms y marcos integrados, SageMaker ofrece opciones de formación distribuidas y flexibles que 
se ajustan a sus flujos de trabajo específicos. En unos pocos pasos, puede implementar un modelo 
en un entorno seguro y escalable desde la SageMaker consola.

Temas

• Precios para Amazon SageMaker

• ¿Es la primera vez que utilizas Amazon? SageMaker

• Descripción general del aprendizaje automático con Amazon SageMaker

• SageMaker Características de Amazon

Precios para Amazon SageMaker

Para obtener información sobre los límites de las capas AWS gratuitas y el coste de uso SageMaker, 
consulta  SageMakerlos precios de Amazon.

¿Es la primera vez que utilizas Amazon? SageMaker

Si es la primera vez que utilizas SageMaker, te recomendamos que hagas lo siguiente:

1. Descripción general del aprendizaje automático con Amazon SageMaker— Obtenga una visión 
general del ciclo de vida del aprendizaje automático (ML) y conozca las soluciones que se ofrecen. 

Precios para Amazon SageMaker 1
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En esta página, se explican los conceptos clave y se describen los componentes principales que 
intervienen en la creación de soluciones de IA con ellos SageMaker.

2. Introducción— Aprenda a configurarlas y usarlas en SageMaker función de sus necesidades.

3. Utilizar ML automatizado, sin código o con poco código— Obtenga información sobre las opciones 
de aprendizaje automático con o sin código que simplifican el flujo de trabajo de aprendizaje 
automático al automatizar las tareas de aprendizaje automático. Estas opciones son útiles 
herramientas de aprendizaje automático porque proporcionan visibilidad del código al generar 
cuadernos para cada una de las tareas automatizadas de aprendizaje automático.

4. Utilice los entornos de aprendizaje automático que ofrece SageMaker— Familiarícese 
con los entornos de aprendizaje automático que puede utilizar para desarrollar su flujo de 
trabajo de aprendizaje automático, como información y ejemplos sobre ready-to-use modelos 
personalizados.

5. Explore otros temas: utilice la tabla de contenido de la guía para SageMaker desarrolladores 
para explorar más temas. Por ejemplo, puede encontrar información sobre las etapas del ciclo 
de vida del aprendizaje automáticoDescripción general del aprendizaje automático con Amazon 
SageMaker, así como sobre las diversas soluciones que SageMaker ofrece.

6. SageMakerRecursos de Amazon: consulta los distintos recursos para desarrolladores que se 
SageMaker ofrecen.

Descripción general del aprendizaje automático con Amazon 
SageMaker

En esta sección se describe un flujo de trabajo típico de aprendizaje automático (ML) y se resume 
cómo realizar esas tareas con Amazon SageMaker.

En el aprendizaje automático, enseñas a un ordenador a hacer predicciones o inferencias. En 
primer lugar, utilice el algoritmo o los datos de ejemplo para realizar la capacitación de un modelo. A 
continuación, integre el modelo en la aplicación para generar inferencias en tiempo real y a escala.

El siguiente diagrama ilustra el flujo de trabajo típico para crear un modelo de aprendizaje 
automático. Incluye tres etapas en un flujo circular que trataremos con más detalle a continuación: 
generar datos de ejemplo, entrenar un modelo e implementar el modelo.

Descripción general del aprendizaje automático con Amazon SageMaker 2
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El diagrama ilustra cómo realizar las siguientes actividades en la mayoría de los escenarios típicos:

1. Genere datos de ejemplo: para entrenar un modelo, necesita datos de ejemplo. El tipo de 
datos que necesita depende del problema empresarial que desee que el modelo resuelva (las 
inferencias que desea que genere el modelo). Por ejemplo, supongamos que desea crear un 
modelo para predecir un número a partir de una imagen de entrada de un dígito manuscrito. Para 
realizar la capacitación de ese modelo, necesita ejemplos de imágenes de números escritos a 
mano.

Los científicos de datos suelen dedicar tiempo a explorar y preprocesar datos de ejemplo antes 
de usarlos para el entrenamiento de modelos. Para preprocesar datos, normalmente realiza la 
siguiente operación:

a. Obtenga los datos: es posible que tenga repositorios de datos de ejemplo internos o que utilice 
conjuntos de datos que estén disponibles públicamente. Normalmente, se extraen el conjunto o 
los conjuntos de datos en un repositorio único.

b. Limpie los datos: para mejorar el entrenamiento del modelo, inspeccione los datos y límpielos, 
según sea necesario. Por ejemplo, si los datos tienen un country name atributo con valores
United StatesUS, puede editarlos para que sean coherentes.

Descripción general del aprendizaje automático con Amazon SageMaker 3
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c. Prepare o transforme los datos: para mejorar el rendimiento, puede realizar transformaciones 
de datos adicionales. Por ejemplo, puede elegir combinar atributos. Si su modelo predice las 
condiciones que requieren el deshielo de una aeronave, en lugar de utilizar los atributos de 
temperatura y humedad por separado, puede combinar esos atributos en un nuevo atributo 
para obtener un modelo mejor.

En SageMaker, puede preprocesar datos de ejemplo mediante SageMaker API con el SDK de 
SageMaker Python en un entorno de desarrollo integrado (IDE). Con el SDK para Python (Boto3) 
puedes recuperar, explorar y preparar tus datos para el entrenamiento de modelos. Para obtener 
información sobre la preparación, el procesamiento y la transformación de los datosPreparación 
de los datos, Procesamiento de datos consulte y. Crea, almacena y comparte funciones con 
Amazon SageMaker Feature Store

2. Entrenar un modelo: el entrenamiento del modelo incluye tanto la capacitación como la evaluación 
del modelo, de la siguiente manera:

• Entrenamiento del modelo: para entrenar un modelo, se necesita un algoritmo o un modelo 
base previamente entrenado. El algoritmo que elija dependerá de un número de factores. 
Para una solución integrada, puede utilizar uno de los algoritmos que se SageMaker 
proporcionan. Para obtener una lista de los algoritmos proporcionados por SageMaker y las 
consideraciones relacionadas, consulteUsa algoritmos SageMaker integrados de Amazon o 
modelos previamente entrenados. Para obtener una solución de entrenamiento basada en la 
interfaz de usuario que proporciona algoritmos y modelos, consulteSageMaker JumpStart.

También necesita computar los recursos para la capacitación. Según el tamaño del conjunto de 
datos de capacitación y la rapidez con la que necesite los resultados, puede utilizar recursos 
desde una instancia de propósito general única a un clúster distribuido de instancias de GPU. 
Para obtener más información, consulte Entrena a un modelo con Amazon SageMaker.

• Evaluación del modelo: después de entrenar el modelo, se evalúa para determinar si la 
precisión de las inferencias es aceptable. Para entrenar y evaluar su modelo, puede usar 
el SDK de SageMaker Python para enviar solicitudes de inferencias al modelo a través de 
uno de los IDE disponibles. Para obtener más información sobre la evaluación del modelo, 
consulteSupervisión de la calidad de los datos y los modelos.

3. Implemente el modelo: tradicionalmente, se rediseña un modelo antes de integrarlo con la 
aplicación e implementarlo. Con los servicios de SageMaker alojamiento, puede implementar el 
modelo de forma independiente, lo que lo desvincula del código de la aplicación. Para obtener 
más información, consulte Implementar modelos para inferencia.

Descripción general del aprendizaje automático con Amazon SageMaker 4
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El aprendizaje automático es un ciclo continuo. Tras implementar un modelo, se supervisan 
las inferencias, se recopilan más datos de alta calidad y se evalúa el modelo para identificar 
desviaciones. A continuación, aumenta la precisión de las inferencias actualizando los datos de 
entrenamiento para incluir los datos de alta calidad recién recopilados. A medida que haya más datos 
de ejemplo disponibles, seguirás reentrenando tu modelo para aumentar la precisión.

SageMaker Características de Amazon
Amazon SageMaker incluye las siguientes funciones.

Temas

• Nuevas funciones para re:Invent 2023

• Entornos de machine Learning

• Características principales

Nuevas funciones para re:Invent 2023

SageMaker incluye las siguientes funciones nuevas para re:Invent 2023.

SageMaker Chat de Canvas para la preparación de datos

SageMaker El chat de Canvas para la preparación de datos le ayuda a crear flujos de preparación 
de datos mediante LLM.

Editor de código

Code Editor amplía Studio para que pueda escribir, probar, depurar y ejecutar su código de 
análisis y aprendizaje automático en un entorno basado en el código de código abierto de Visual 
Studio («Code-OSS»).

Contenedores de aprendizaje profundo para inferencias de modelos grandes

SageMaker ha sustituido los núcleos NCCL predeterminados por núcleos optimizados para la 
inferencia a fin de mejorar el uso de la GPU y ofrecer un rendimiento diferenciador respecto al 
OSS.

Implemente modelos para realizar inferencias en tiempo real

SageMaker Inference proporciona la experiencia del desarrollador y las abstracciones de 
la interfaz de usuario para ayudarle a empezar más rápidamente con la implementación de 
modelos.

SageMaker Características 5
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SageMaker los clientes ahora pueden mejorar la utilización de sus instancias de computación 
acelerada mediante la implementación de miles de modelos en un SageMaker punto final con 
rendimiento garantizado y autoscalamiento por modelo.

SageMakerImágenes de distribución

SageMaker La distribución es una colección de imágenes de Docker diseñadas para el 
aprendizaje automático, la ciencia de datos y el análisis de datos. Las imágenes están disponibles 
en Studio, Studio Lab, las libretas Studio y Github.

Simplificación de la incorporación de dominios

Una experiencia de incorporación de SageMaker dominios de Amazon simplificada y guiada 
con nuevas capacidades para usuarios individuales y administradores de organizaciones. Las 
capacidades incluyen la integración directa del centro de identidad de IAM, la administración 
detallada de las políticas de acceso, la administración y las configuraciones fluidas de SageMaker 
las aplicaciones y la configuración de VPC y almacenamiento.

Amazon S3 Express de una zona

Amazon S3 Express One Zone es una nueva clase de almacenamiento que proporciona acceso 
en milisegundos de un solo dígito a las aplicaciones más sensibles a la latencia. Amazon S3 
Express One Zone permite a los clientes colocar sus recursos informáticos y de almacenamiento 
de objetos en una única zona de AWS disponibilidad, lo que optimiza tanto el rendimiento como 
los costes informáticos con una mayor velocidad de procesamiento de datos.

Evaluaciones de modelos básicos (FMEval)

Las evaluaciones del modelo básico (FMEval) le ayudan a cuantificar el riesgo de proporcionar 
contenido impreciso, tóxico o sesgado con su modelo de lenguaje para que pueda elegir el que 
mejor se adapte a su caso de uso. Traiga su propio conjunto de datos personalizado o utilice 
uno integrado para evaluar cualquier modelo de lenguaje. FMEval está integrado con decenas 
de modelos de base basados en texto SageMaker JumpStart o trae los tuyos propios. También 
puede crear evaluaciones personalizadas utilizando la biblioteca FMEval.

SageMaker HyperPod

SageMaker HyperPod es una capacidad SageMaker que proporciona un entorno de aprendizaje 
automático permanente en clústeres resilientes que permite ejecutar cualquier carga de trabajo 
de aprendizaje automático para desarrollar grandes modelos de aprendizaje automático, como 
modelos de lenguaje de gran tamaño (LLM) y modelos de difusión.

Nuevas características 6
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JupyTerai

Jupyter AI y Code Whisperer se han incluido en la distribución. SageMaker Con esta 
actualización, los usuarios de Studio o Code Editor pueden utilizar fácilmente la IA generativa 
desde sus cuadernos y aprovechar la función de completar código de Code Whisperer.

JupyterLab en Studio

JupyterLab in Studio mejora la latencia y la fiabilidad de los portátiles Studio

SageMakerTrabajos de Notebook

SageMaker Notebook Jobs proporciona compatibilidad con el SDK para los trabajos de cuaderno, 
de modo que puede programarlos mediante programación.

SageMaker Canalizaciones

SageMaker Pipelines te ofrece la opción de convertir tu código de aprendizaje automático local en 
un paso de SageMaker canalización, a partir del cual puedes crear y ejecutar una canalización.

SageMakertamizado inteligente

SageMaker El tamizado inteligente es una capacidad de SageMaker entrenamiento que mejora 
la eficiencia de los conjuntos de datos de entrenamiento y reduce el tiempo y el costo totales del 
entrenamiento.

SageMaker Studio

Studio es la última experiencia basada en la web para ejecutar flujos de trabajo de aprendizaje 
automático. Studio ofrece un conjunto de IDE, que incluye Code Editor, una nueva aplicación de 
Jupyterlab, RStudio y Studio Classic.

Entornos de machine Learning

SageMaker incluye los siguientes entornos de aprendizaje automático.

SageMaker capacidades geoespaciales

Cree, entrene e implemente modelos de ML utilizando datos geoespaciales.

SageMaker Canvas

Un servicio de ML automático que ofrece a personas sin experiencia en codificación la posibilidad 
de crear modelos y hacer predicciones con ellos.

Entornos de machine Learning 7
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SageMaker Estudio

Un entorno de machine learning integrado donde puede crear, entrenar, implementar y analizar 
sus modelos en la misma aplicación.

SageMaker Laboratorio de estudio

Un servicio gratuito que brinda a los clientes acceso a los recursos de AWS cómputo en un 
entorno basado en código abierto JupyterLab.

RStudio en Amazon SageMaker

Entorno de desarrollo integrado para R, con una consola, editor de resaltado de sintaxis 
que admite la ejecución directa de código y herramientas para trazar, historial, depuración y 
administración del espacio de trabajo.

Características principales

SageMaker incluye las siguientes características principales en orden alfabético, sin incluir ningún 
SageMaker prefijo.

Amazon Augmented AI

Cree los flujos de trabajo necesarios para la revisión humana de las predicciones de ML. 
Amazon A2I facilita la creación de los flujos de trabajo necesarios para la revisión humana de las 
predicciones de ML. pone la revisión humana al alcance de todos los desarrolladores, eliminando 
el trabajo pesado indiferenciado vinculado a la creación de sistemas de revisión humana o la 
administración de un gran número de revisores humanos.

Paso AutoML

Cree un trabajo de AutoML para entrenar automáticamente un modelo en SageMaker Pipelines.

SageMaker Piloto automático

Los usuarios sin conocimientos de machine learning pueden crear rápidamente modelos de 
clasificación y regresión.

Transformación por lotes

Procese previamente los conjuntos de datos, ejecute inferencia cuando no necesite un punto 
de enlace persistente y asocie registros de entrada con inferencias para ayudar a interpretar los 
resultados.

Características principales 8
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SageMaker Aclare

Mejore sus modelos de machine learning detectando posibles sesgos y ayude a explicar las 
predicciones que hacen los modelos.

Colaboración con espacios compartidos

Un espacio compartido consta de una JupyterServer aplicación compartida y un directorio 
compartido. Todos los perfiles de usuario de un SageMaker dominio de Amazon tienen acceso a 
todos los espacios compartidos del dominio.

SageMaker Data Wrangler

Importe, analice, prepare y utilice datos en Studio. SageMaker Puede integrar Data Wrangler en 
sus flujos de trabajo de machine learning para simplificar y agilizar el preprocesamiento de datos 
y la ingeniería de características con poca o ninguna codificación. También puede añadir sus 
propios scripts y transformaciones de Python para personalizar su flujo de trabajo de preparación 
de datos.

Widget de preparación de datos Data Wrangler

Interactúe con sus datos, obtenga visualizaciones, explore perspectivas procesables y solucione 
los problemas de calidad de los datos.

SageMaker Depurador

Inspeccione los parámetros y los datos del entrenamiento durante todo el proceso de 
entrenamiento. Detecte y avise automáticamente a los usuarios de errores frecuentes, como que 
los valores de los parámetros son demasiado grandes o pequeños.

SageMaker Administrador perimetral

Optimice modelos personalizados para dispositivos de borde, cree y gestione flotas y ejecute 
modelos con un tiempo de ejecución eficiente.

SageMaker Elastic Inference

Acelere el rendimiento y reduzca la latencia de obtener inferencias en tiempo real.

SageMaker Experimentos

Administración y seguimiento de experimentos Puede utilizar los datos de seguimiento para 
reconstruir un experimento, crear de forma incremental experimentos realizados por pares y 
trazar el linaje del modelo para verificaciones de cumplimiento y auditoría.

Características principales 9
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SageMaker Tienda de artículos

Un almacén centralizado de características y metadatos asociados para que las características 
puedan descubrirse y reutilizarse fácilmente. Puede crear dos tipos de tiendas, un 
almacenamiento en línea o sin conexión. El almacenamiento en línea puede utilizarse para casos 
de baja latencia e inferencia en tiempo real, mientras que el almacenamiento sin conexión puede 
emplearse para entrenamiento e inferencia por lotes.

SageMaker Ground Truth

Conjuntos de datos de entrenamiento de alta calidad mediante el uso de trabajadores junto con 
machine learning para crear conjuntos de datos etiquetados.

SageMaker Ground Truth Plus

Una característica de etiquetado de datos llave en mano para crear conjuntos de datos de 
entrenamiento de alta calidad sin tener que crear aplicaciones de etiquetado y gestionar el 
personal de etiquetado por su cuenta.

SageMaker Recomendador de inferencias

Obtenga recomendaciones sobre tipos de instancias de inferencia y configuraciones (por ejemplo, 
recuento de instancias, parámetros de contenedores y optimizaciones de modelos) para utilizar 
sus modelos y cargas de trabajo de ML.

Pruebas de sombra de inferencia

Evalúe cualquier cambio en su infraestructura de servicio de modelos comparando su rendimiento 
con el de la infraestructura desplegada actualmente.

SageMaker JumpStart

Obtenga información sobre las SageMaker funciones y capacidades a través de soluciones 
seleccionadas con un solo clic, cuadernos de ejemplo y modelos previamente entrenados que 
puede implementar. También puede ajustar los modelos e implantarlos.

SageMaker Seguimiento del linaje de ML

haga un seguimiento de la jerarquía de los flujos de trabajo de machine learning.

SageMaker Tuberías de construcción de modelos

Cree y gestione canales de aprendizaje automático integrados directamente con SageMaker los 
trabajos.

Características principales 10
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SageMaker Tarjetas modelo

Documente la información sobre sus modelos de ML en un único lugar para agilizar la 
gobernanza y la elaboración de informes durante todo el ciclo de vida del ML.

SageMaker Tablero de modelos

Una visión general preconfigurada y visual de todos los modelos de su cuenta. El panel de control 
del SageMaker modelo integra la información de Model Monitor, transforma los trabajos, los 
puntos finales y el seguimiento del linaje, CloudWatch por lo que puede acceder a información de 
alto nivel del modelo y realizar un seguimiento del rendimiento del modelo en una vista unificada.

SageMaker Monitor de modelos

Monitorizar y analizar modelos en producción (puntos de enlace) para detectar la deriva de datos 
y desviaciones en la calidad del modelo.

SageMaker Registro de modelos

Control de versiones, seguimiento de artefactos y jerarquía, flujo de trabajo de aprobación y 
compatibilidad entre cuentas para la implementación de modelos de machine learning.

SageMaker Neo

Entrene modelos de machine learning una vez y, a continuación, ejecútelos en cualquier lugar de 
la nube y en el borde.

Flujos de trabajo basados en cuadernos

Ejecute su bloc de notas SageMaker Studio como un trabajo programado y no interactivo.

Procesamiento previo

Analice y preprocese datos, aborde la ingeniería de características y evalúe modelos.

SageMaker Proyectos

Cree soluciones de aprendizaje end-to-end automático con CI/CD mediante SageMaker 
proyectos.

Aprendizaje por refuerzo

Maximice la compensación a largo plazo que el agente recibe como consecuencia de sus 
acciones.

Características principales 11
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SageMaker Gestor de roles

Los administradores pueden definir permisos de privilegio mínimo para actividades comunes de 
ML utilizando roles de IAM personalizados y preconfigurados basados en personas.

SageMaker Terminales sin servidor

Una opción de punto de conexión sin servidor para alojar su modelo ML. Aumenta 
automáticamente su capacidad para atender el tráfico de su punto de conexión. Elimina la 
necesidad de seleccionar tipos de instancia o gestionar políticas de escalado en un punto de 
conexión.

Extensión Git de Studio Classic

Una extensión Git para introducir la URL de un repositorio Git, clonarlo en su entorno, insertar 
cambios y ver el historial de confirmaciones.

SageMaker Cuadernos de Studio

La próxima generación de SageMaker cuadernos que incluye integración AWS IAM Identity 
Center (IAM Identity Center), tiempos de inicio rápidos y uso compartido con un solo clic.

SageMaker Cuadernos Studio y Amazon EMR

Descubra, conecte, cree, finalice y gestione clústeres de Amazon EMR con facilidad en 
configuraciones de una o varias cuentas directamente desde SageMaker Studio.

SageMaker Compilador de formación

Entrene modelos de aprendizaje profundo más rápido en instancias de GPU escalables 
administradas por SageMaker.

Características principales 12
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Introducción
Hay muchas formas de utilizar Amazon SageMaker y sus funciones con distintos niveles de acceso. 
En esta página, proporcionamos instrucciones sobre cómo configurar los requisitos previos e 
incorporar a los usuarios y las organizaciones a los entornos de aprendizaje automático (ML) 
que ofrecen. SageMaker Para obtener una lista de SageMaker funciones, consulte SageMaker 
Características de Amazon.

Note

Si tiene intención de utilizar el entorno Amazon SageMaker Studio Lab ML o si ya se ha 
configurado un Cuenta de AWS SageMaker dominio de Amazon para usted, no es necesario 
que siga esta configuración. Para empezar a utilizar los SageMaker entornos de aprendizaje 
automático, busque el entorno en esta guía para desarrolladores para empezar. Si se te 
proporciona una URL de inicio de sesión, puedes configurarla siguiendo las instrucciones 
que se indican enAcceda al dominio después de la incorporación.

La experiencia de SageMaker incorporación simplifica la forma en que los usuarios individuales y 
los administradores de grandes organizaciones configuran y administran su SageMaker acceso a 
través de un dominio de Amazon SageMaker . Antes de configurarlo, sigue los pasos que se indican
Configurar los SageMaker requisitos previos de Amazon para abrir una AWS cuenta y crear un 
usuario administrativo. La experiencia de incorporación ofrece las siguientes opciones.

Configuración para un solo usuario: una experiencia amigable con un solo clic para usuarios 
individuales. Esto le ayuda a configurar su dominio con la configuración predeterminada. Tras cumplir 
los requisitos previosConfigurar los SageMaker requisitos previos de Amazon, sigue los pasos que 
se indican. Incorporación rápida a Amazon SageMaker Domain

Configuración para organizaciones: una step-by-step guía con ayuda contextual para 
administradores de aprendizaje automático avanzados y empresariales. Esto le ayuda a configurar 
su dominio con ajustes personalizados. Los administradores de las organizaciones pueden 
incorporar a sus usuarios o grupos mediante la autenticación, mediante AWS Identity and Access 
Management (IAM) o AWS IAM Identity Center definir políticas de acceso con alcance reducido, 
administrar SageMaker aplicaciones y configuraciones y configurar una configuración de VPC. Tras 
cumplir los requisitos previosConfigurar los SageMaker requisitos previos de Amazon, utilice una de 
las siguientes instrucciones.

13



Amazon SageMaker Guía para desarrolladores

• Para configurar un dominio personalizado para los usuarios que utilizan IAM, consulte.
Incorporación personalizada a Amazon SageMaker Domain mediante IAM

• Para configurar un dominio personalizado para grupos mediante la autenticación en el Centro 
de identidades de IAM, consulte. Incorporación personalizada a Amazon SageMaker Domain 
mediante IAM Identity Center

Una vez configurado el dominio, el usuario administrativo puede Visualización y edición de dominios
y los usuarios pueden acceder a los entornos de aprendizaje automático mediante la URL de inicio 
de sesión o abriendo la SageMaker consola y seleccionando el entorno en el panel de navegación 
izquierdo.

Temas

• Configurar los SageMaker requisitos previos de Amazon

• Descripción general SageMaker de Amazon Domain

• Regiones y cuotas admitidas

Configurar los SageMaker requisitos previos de Amazon

En esta sección, se inscribe para obtener una cuenta de AWS y crear un usuario administrador de 
AWS Identity and Access Management (IAM).

Si eres nuevo en esto SageMaker, te recomendamos que ¿Qué es Amazon SageMaker? leas.

Temas

• Creación de una cuenta de AWS

• Creación de un grupo y usuario administrativo

• Requisitos de AWS CLI

Creación de una cuenta de AWS

En esta sección, se registrará en una cuenta de AWS. Si ya tiene una cuenta de AWS, omita este 
paso.

Cuando te registras en Amazon Web Services (AWS), tu AWS cuenta se registra automáticamente 
para todos los AWS servicios, incluidos SageMaker. Solo se le cobrará por los servicios que utilice.

Configurar los SageMaker requisitos previos de Amazon 14
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Para crear una cuenta de AWS

1. Abra https://portal.aws.amazon.com/billing/signup.

2. Siga las instrucciones que se le indiquen.

Parte del procedimiento de registro consiste en recibir una llamada telefónica e indicar un código 
de verificación en el teclado del teléfono.

Al registrarse en una Cuenta de AWS, se crea un Usuario raíz de la cuenta de AWS. El usuario 
raíz tendrá acceso a todos los Servicios de AWS y recursos de esa cuenta. Como práctica 
recomendada de seguridad, asigne acceso administrativo a un usuario administrativo y utilice 
únicamente el usuario raíz para realizar tareas que requieran acceso de usuario raíz.

Anote su ID de cuenta de AWS, porque lo necesitará en la siguiente tarea.

Creación de un grupo y usuario administrativo

Cuando crea una cuenta de AWS, obtiene una identidad de inicio de sesión único que tiene acceso 
completo a todos los servicios y recursos de AWS de la cuenta. Esta identidad recibe el nombre en 
la cuenta de AWS de usuario raíz. Si inicia sesión en la consola de AWS mediante la dirección de 
correo electrónico y la contraseña que utilizó para crear la cuenta, dispondrá de acceso completo a 
todos los recursos de AWS en su cuenta.

Le recomendamos fehacientemente que no utilice el usuario raíz en sus tareas cotidianas, incluso las 
tareas administrativas. En cambio, siga las Prácticas recomendadas de seguridad en IAM y cree un 
usuario administrativo. A continuación, guarde las credenciales del usuario raíz en un lugar seguro y 
utilícelas tan solo para algunas tareas de administración de cuentas y servicios.

Para crear un usuario administrativo

1. Cree un usuario administrativo en su cuenta de AWS. Para obtener instrucciones, consulte Crear 
un usuario administrativo en la Guía del usuario de IAM.

Note

Suponemos que utiliza credenciales de usuario de administrador para los ejercicios y 
procedimientos de esta guía. Si decide crear y utilizar otro usuario de , otorgue a ese 
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usuario permisos mínimos. Para obtener más información, consulte Autenticación con 
identidades.

2. Asegúrese de que su usuario administrador dispone de la AmazonSageMakerFullAccesspolítica, 
así como de una política con el siguiente contenido, necesaria para crear un SageMaker 
dominio. Para obtener más información acerca de la creación de políticas de IAM, consulte
Crear políticas de IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:domain/*", 
                "arn:aws:sagemaker:*:*:user-profile/*", 
                "arn:aws:sagemaker:*:*:app/*", 
                "arn:aws:sagemaker:*:*:flow-definition/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetRole", 
                "servicecatalog:*" 
            ], 
            "Resource": [ 
                "*" 
            ] 
        } 
    ]
}

Requisitos de AWS CLI

Se requieren los siguientes requisitos previos para incorporarse a un dominio mediante la AWS CLI.

• Actualice la AWS CLI según los pasos que se indican en Installing the current AWS CLI Version.
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• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

Descripción general SageMaker de Amazon Domain

Para tener acceso a la mayoría de los SageMaker entornos y recursos de Amazon, debe completar 
el proceso de incorporación de SageMaker dominios de Amazon mediante la SageMaker consola 
o elAWS CLI. Para obtener una guía que describe cómo empezar a usarlo en SageMaker 
función de cómo desea acceder y SageMaker, si es necesario, cómo configurar un dominio, 
consulteIntroducción.

Un SageMaker dominio de Amazon se compone de lo siguiente:

• Un volumen asociado de Amazon Elastic File System (Amazon EFS)

• Una lista de usuarios autorizados

• Variedad de configuraciones de seguridad, aplicaciones, políticas y Amazon Virtual Private Cloud 
(Amazon VPC)

Al incorporarse, puede optar por utilizar uno de los métodos de autenticación AWS Identity and 
Access Management (IAM) o uno AWS IAM Identity Center de ellos. Al utilizar la autenticación 
de IAM, puede elegir entre el procedimiento de configuración para usuarios individuales o el de
configuración para organizaciones. La configuración de RStudio solo está disponible cuando se 
utiliza el procedimiento de configuración para organizaciones.

Note

Si utiliza la autenticación de IAM y, más adelante, quiere cambiar a la autenticación mediante 
el IAM Identity Center, debe eliminar el dominio que ha creado. A continuación, debe volver 
a importar manualmente todos los blocs de notas y otros datos de usuario que haya creado. 
Para obtener más información, consulte Eliminar un SageMaker dominio de Amazon.

La forma más sencilla de crear un SageMaker dominio de Amazon es seguir el procedimiento 
de configuración para usuarios individuales desde la SageMaker consola. La configuración para 
usuarios individuales utiliza la configuración predeterminada. Estos ajustes incluyen cuadernos que 
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se pueden compartir y acceso público a Internet. Para obtener información sobre la configuración 
predeterminada, consulteConfiguración predeterminada.

Para tener más control, incluida la opción de utilizar la autenticación mediante el Centro de Identidad 
de IAM y RStudio, utilice los procedimientos de configuración para organizaciones.

Autenticación mediante el Centro de identidades de IAM

Para utilizar la autenticación mediante el Centro de identidad de IAM con dominio, debe incorporarse 
a una organización en. AWS Organizations

Note

La AWS Organizations cuenta debe estar en la misma AWS región que el dominio.

La autenticación mediante el IAM Identity Center ofrece las siguientes ventajas en comparación con 
la autenticación de IAM:

• Los miembros que tienen acceso al dominio tienen una URL de inicio de sesión única que abre 
directamente el dominio e inician sesión con sus credenciales del IAM Identity Center. Al utilizar la 
autenticación de IAM, debe iniciar sesión a través de la consola. SageMaker

Para obtener más información sobre cómo acceder a su dominio con la autenticación del Centro 
de Identidad de IAM, consulte. Acceda al dominio después de la incorporación

• Las organizaciones administran a sus miembros en el IAM Identity Center en lugar del dominio. 
Puede conceder acceso al dominio a varios miembros al mismo tiempo. Al utilizar la autenticación 
de IAM, debe añadir y gestionar los miembros manualmente, uno a la vez, mediante el panel de 
control del dominio.

Temas

• SageMaker Dominio Amazon

• Incorporación rápida a Amazon SageMaker Domain

• Incorporación personalizada a Amazon SageMaker Domain mediante IAM Identity Center

• Incorporación personalizada a Amazon SageMaker Domain mediante IAM

• Elección de una Amazon VPC

Información general del dominio 18
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SageMaker Dominio Amazon

Amazon SageMaker Domain admite entornos de aprendizaje SageMaker automático (ML). Un 
SageMaker dominio se compone de las siguientes entidades. Para ver los pasos de incorporación 
para crear un dominio, consulte Descripción general SageMaker de Amazon Domain.

• Dominio: un SageMaker dominio de Amazon consta de un volumen asociado de Amazon Elastic 
File System (Amazon EFS), una lista de usuarios autorizados y diversas configuraciones de 
seguridad, aplicaciones, políticas y Amazon Virtual Private Cloud (Amazon VPC). Los usuarios de 
un dominio pueden compartir archivos de cuaderno y otros artefactos entre sí. Una cuenta puede 
tener varios dominios. Para obtener más información sobre varios dominios, consulte Información 
general sobre varios dominios.

• UserProfile: un perfil de usuario representa a un único usuario dentro de un dominio. Es la forma 
principal de hacer referencia a un usuario a efectos de uso compartido, elaboración de informes 
y otras características orientadas al usuario. Esta entidad se crea cuando un usuario se incorpora 
al SageMaker dominio de Amazon. Para obtener más información sobre los perfiles de usuario, 
consulte Perfiles de usuario del dominio.

• espacio compartido: un espacio compartido consta de una JupyterServer aplicación y un directorio 
compartidos. Todos los usuarios del dominio tienen acceso al espacio compartido. Todos los 
perfiles de usuario de un dominio tienen acceso a todos los espacios compartidos del dominio. 
Para obtener más información sobre los espacios compartidos, consulte Colaboración con 
espacios compartidos.

• App: representa una aplicación que facilita la experiencia de lectura y ejecución de los 
cuadernos, terminales y consolas del usuario. El tipo de aplicación puede ser JupyterServer R 
StudioServerPro o RSession. KernelGateway Un usuario puede tener varias aplicaciones activas 
simultáneamente.

En las siguientes tablas se describen los valores de estado de las entidades Domain,
UserProfile, shared space y App. Cuando proceda, también se proporcionan los pasos para la 
solución de problemas.

Valores de estado del dominio

Valor Descripción

Pendiente Creación en curso del dominio.
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Valor Descripción

InService Creación correcta del dominio.

Actualizar Actualización en curso del dominio.

Eliminar Eliminación en curso del dominio.

Con error No se pudo crear el dominio. Llame a la API
DescribeDomain  para ver el motivo del 
error al crear el dominio. Elimine el dominio 
incorrecto y vuelva a crearlo después de 
corregir el error mencionado en FailureRe 
ason .

Update_Failed La actualización del dominio no se ha realizado 
correctamente. Llame a la API DescribeD 
omain  para ver el motivo del error al actualiza 
r el dominio. Llame a la API UpdateDomain
después de corregir el error mencionado en
FailureReason .

Delete_Failed La eliminación del dominio no se ha realizado 
correctamente. Llame a la API DescribeD 
omain  para ver el motivo del error al eliminar 
el dominio. Dado que la eliminación no se 
ha realizado correctamente, es posible que 
algunos recursos aún se sigan ejecutando; 
sin embargo, no puede utilizar ni actualizar el 
dominio. Vuelva a llamar a la API DeleteDom 
ain  después de corregir el error mencionado 
en FailureReason .

Valores de estado del UserProfile

Valor Descripción

Pendiente Creación en curso de la UserProfile .
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Valor Descripción

InService Creación correcta del UserProfile .

Actualizar Actualización en curso del UserProfile .

Eliminar Eliminación en curso de la UserProfile .

Con error No se pudo crear la UserProfile . Llame 
a la API DescribeUserProfile  para 
ver el motivo del error al crear el UserProfi 
le . Elimine el UserProfile  incorrecto y 
vuelva a crearlo después de corregir el error 
mencionado en FailureReason .

Update_Failed La actualización del UserProfile  no 
se ha realizado correctamente. Llame a la 
API DescribeUserProfile  para ver el 
motivo del error al actualizar el UserProfi 
le . Vuelva a llamar a la API UpdateUse 
rProfile  después de corregir el error 
mencionado en FailureReason .

Delete_Failed La eliminación del UserProfile  no se 
ha realizado correctamente. Llame a la API
DescribeUserProfile  para ver el motivo 
del error al eliminar el UserProfile . Dado 
que la eliminación no se ha realizado correctam 
ente, es posible que algunos recursos aún 
se sigan ejecutando; sin embargo, no puede 
utilizar ni actualizar el UserProfile . Vuelva 
a llamar a la API DeleteUserProfile
después de corregir el error mencionado en
FailureReason .
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Valores de estado del espacio compartido

Valor Descripción

Pendiente Creación en curso de un espacio compartido.

InService Creación correcta de un espacio compartido.

Eliminar Eliminación en curso de un espacio compartid 
o.

Con error No se pudo crear el espacio compartido. Llame 
a la API DescribeSpace  para ver el motivo 
del error al crear el espacio compartido. Elimine 
el espacio compartido incorrecto y vuelva a 
crearlo después de corregir el error mencionad 
o en FailureReason .

Update_Failed La actualización del espacio compartido no se 
ha realizado correctamente. Llame a la API
DescribeSpace  para ver el motivo del error 
al actualizar el espacio compartido. Vuelva a 
llamar a la API UpdateSpace  después de 
corregir el error mencionado en FailureRe 
ason .

Delete_Failed La eliminación del espacio compartido no se 
ha realizado correctamente. Llame a la API
DescribeSpace  para ver el motivo del error 
al eliminar el espacio compartido. Dado que la 
eliminación no se ha realizado correctamente, 
es posible que algunos recursos aún se sigan 
ejecutando; sin embargo, no puede utilizar 
ni actualizar el espacio compartido. Vuelva a 
llamar a la API DeleteSpace  después de 
corregir el error mencionado en FailureRe 
ason .

Deleted (Eliminado) Eliminación correcta del espacio compartido.
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Valores de estado de la App

Valor Descripción

Pendiente Creación en curso de la App.

InService Creación correcta de la App.

Eliminar Eliminación en curso de la App.

Con error No se pudo crear la App. Llame a la API
DescribeApp  para ver el motivo del error 
de la creación de la App. Vuelva a llamar a la 
API CreateApp  después de corregir el error 
mencionado en FailureReason .

Deleted (Eliminado) Eliminación correcta de la App.

Mantenimiento de aplicaciones

Al menos una vez cada 90 días, SageMaker actualiza la seguridad y el rendimiento del 
software subyacente para las aplicaciones Amazon SageMaker Studio Classic JupyterServer y 
KernelGateway SageMaker Canvas y Amazon SageMaker Data Wrangler. Algunos elementos 
de mantenimiento, como las actualizaciones del sistema operativo, SageMaker requieren que 
la aplicación quede fuera de línea durante un breve período de tiempo durante el período de 
mantenimiento. Como este mantenimiento desconecta la aplicación, no puede realizar ninguna 
operación mientras se actualiza el software subyacente. Cuando la actividad de mantenimiento está 
en curso, el estado de la aplicación pasa de Pendiente InServicea Pendiente. Cuando se completa 
el mantenimiento, el estado de la aplicación vuelve a InService. Si se produce un error al aplicar los 
parches, el estado de la aplicación pasa a ser Failed. Si una aplicación está en estado Failed, se 
recomienda crear una nueva aplicación del mismo tipo. Para obtener información sobre la creación 
de aplicaciones de Studio Classic, consulteCierra y actualiza las aplicaciones de SageMaker Studio 
Classic y Studio Classic. Para obtener información sobre la creación de aplicaciones de SageMaker 
Canvas, consulteAdministración de aplicaciones.

Para obtener más información, póngase en contacto con https://aws.amazon.com/premiumsupport/.

Temas

• Requisitos previos
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• Información general sobre varios dominios

• Aislamiento de recursos de dominio

• Establecimiento de una configuración predeterminada para un dominio

• Adjuntar un sistema de archivos personalizado a un dominio o perfil de usuario

• Entorno

• Visualización y edición de dominios

• Eliminar un SageMaker dominio de Amazon

• Perfiles de usuario del dominio

• Grupos del IAM Identity Center en un dominio

Requisitos previos

Para utilizar las funciones disponibles en un SageMaker dominio de Amazon, primero debes 
incorporarte a un dominio. Para obtener más información, consulta Cómo incorporarse a Amazon 
SageMaker Domain.

Si interactúa con su dominio mediante la AWS CLI, también debe cumplir los siguientes requisitos 
previos.

• Actualice la AWS CLI según los pasos que se indican en Installing the current AWS CLI Version.

• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

Información general sobre varios dominios

Amazon SageMaker admite la creación de varios SageMaker dominios de Amazon en uno solo 
Región de AWS para cada cuenta. Los dominios adicionales de una región tienen las mismas 
características y capacidades que el primer dominio de la región. Cada dominio puede tener una 
configuración de dominio distinta. No es posible agregar el mismo perfil de usuario a varios dominios 
de una sola región dentro de la misma cuenta. Para obtener más información sobre los límites de 
dominio, consulta los  SageMaker puntos de enlace y las cuotas de Amazon.

Temas

• Propagación automática de etiquetas
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• Filtrado de visualización de recursos de dominio

• Reposición de etiquetas de dominio

Propagación automática de etiquetas

De forma predeterminada, todos SageMaker los recursos que admitan el etiquetado y se creen 
desde la interfaz de usuario de Studio Classic después del 30 de noviembre de 2022 se etiquetan 
automáticamente con una etiqueta ARN de dominio. La etiqueta ARN de dominio se basa en el ID 
del dominio en el que se creó el recurso. La siguiente lista describe los únicos SageMaker recursos 
que no admiten la propagación automática de etiquetas, así como las llamadas a la API afectadas en 
las que la etiqueta no se devuelve porque no se configuró automáticamente.

También puede utilizar estas etiquetas para la asignación de costos con AWS Billing and Cost 
Management. Para obtener más información, consulte Uso de etiquetas de asignación de costos de 
AWS.

Note

No todas SageMaker List las API admiten el aislamiento de recursos basado en etiquetas.
La aplicación default, que administra la interfaz de usuario de Studio, no se etiqueta 
automáticamente.

SageMaker recurso Llamadas a la API afectadas

ImageVersionArn • describe-image-version

• update-image-version

• delete-image-version

ModelCardExportJobArn describe-model-card-export-trabajo

ModelPackageArn describe-action
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Filtrado de visualización de recursos de dominio

De forma predeterminada, SageMaker filtra los recursos que se muestran en Studio Classic a 
nivel de dominio. SageMakerimplementa el filtrado de recursos en Studio Classic mediante la
sagemaker:domain-arn etiqueta adjunta a SageMaker los recursos.

Note

Esto solo se aplica a la interfaz de usuario de Studio Classic. SageMaker no admite el filtrado 
de recursos AWS CLI mediante la opción predeterminada.

Al usar este filtrado de SageMaker recursos, SageMaker solo se muestran los recursos creados en 
el dominio, así como SageMaker los recursos que no tienen una sagemaker:domain-arn etiqueta 
asociada. Estos recursos sin etiquetar se crean fuera del contexto de un dominio o se crearon antes 
del 30 de noviembre de 2022. Para agregar una etiqueta a estos recursos sin etiquetar para filtrarlos 
mejor, sigue los pasos que se indican en Reposición de etiquetas de dominio. Los recursos creados 
en otros dominios se filtran automáticamente.

Todos los recursos creados en espacios compartidos se filtran automáticamente a ese espacio.

Reposición de etiquetas de dominio

Si ha creado recursos en un dominio antes del 30 de noviembre de 2022, esos recursos no se 
etiquetan automáticamente con la etiqueta de nombre de recurso de Amazon (ARN) del dominio.

Para atribuir los recursos a sus dominios respectivos de forma precisa, debe agregar la etiqueta del 
dominio a los recursos existentes mediante la AWS CLI, como sigue.

1. Asigne todos SageMaker los recursos existentes y sus respectivos ARN a los dominios que 
existen en su cuenta.

2. Ejecute el siguiente comando desde su equipo local para etiquetar el recurso con el ARN del 
dominio respectivo del recurso. Esto debe repetirse para todos los SageMaker recursos de tu 
cuenta.

aws resourcegroupstaggingapi tag-resources \ 
    --resource-arn-list arn:aws:sagemaker:region:account-id:space/domain-id/space-
name \ 
    --tags sagemaker:domain-arn=arn:aws:sagemaker:region:account-id:domain/domain-
id
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Aislamiento de recursos de dominio

Puede aislar los recursos entre cada uno de los dominios de su cuenta y región mediante una política 
de AWS Identity and Access Management. Con el aislamiento de SageMaker los recursos, no se 
puede acceder a los recursos, como los modelos, los experimentos, los trabajos de formación y 
las canalizaciones creadas en un dominio, desde otros dominios. En el siguiente tema se muestra 
cómo crear una nueva política de IAM que limite el acceso a los recursos del dominio a los perfiles 
de usuario con la etiqueta del dominio, así como cómo asociar esta política al rol de ejecución de 
IAM del dominio. Debe repetir este proceso para cada dominio de su cuenta. Para obtener más 
información sobre las etiquetas de dominio y cómo reponerlas, consulte Información general sobre 
varios dominios.

Consola

La siguiente sección muestra cómo crear una nueva política de IAM que limite el acceso a los 
recursos del dominio a los perfiles de usuario con la etiqueta de dominio, así como cómo adjuntar 
esta política a la función de ejecución de IAM del dominio, desde la consola de Amazon SageMaker .

1. Cree una política de IAM denominada StudioDomainResourceIsolationPolicy-domain-
id junto con el siguiente documento de política de JSON según los pasos que se indican en la 
sección Creación de políticas de IAM (Consola).

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "CreateAPIs", 
            "Effect": "Allow", 
            "Action": "sagemaker:Create*", 
            "NotResource": [ 
                "arn:aws:sagemaker:*:*:domain/*", 
                "arn:aws:sagemaker:*:*:user-profile/*", 
                "arn:aws:sagemaker:*:*:space/*" 
            ] 
        }, 
        { 
            "Sid": "ResourceAccessRequireDomainTag", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:Update*", 
                "sagemaker:Delete*", 
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                "sagemaker:Describe*" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:domain-arn": "domain-arn" 
                } 
            } 
        }, 
        { 
            "Sid": "AllowActionsThatDontSupportTagging", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeImageVersion", 
                "sagemaker:UpdateImageVersion", 
                "sagemaker:DeleteImageVersion", 
                "sagemaker:DescribeModelCardExportJob", 
                "sagemaker:DescribeAction" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "DeleteDefaultApp", 
            "Effect": "Allow", 
            "Action": "sagemaker:DeleteApp", 
            "Resource": "arn:aws:sagemaker:*:*:app/domain-id/*/jupyterserver/
default" 
        } 
    ]
}

2. Asocie la política StudioDomainResourceIsolationPolicy-domain-id al rol de 
ejecución del dominio según los pasos que se indican en Modificación de un rol (consola).

AWS CLI

En la siguiente sección se muestra cómo crear una nueva política de IAM que limite el acceso a los 
recursos del dominio a los perfiles de usuario con la etiqueta del dominio, así como cómo asociar 
esta política al rol de ejecución de IAM del dominio desde la AWS CLI. 

1. En su equipo local, cree un archivo local denominado
StudioDomainResourceIsolationPolicy-domain-id, que contenga lo siguiente.
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{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "CreateAPIs", 
            "Effect": "Allow", 
            "Action": "sagemaker:Create*", 
            "NotResource": [ 
                "arn:aws:sagemaker:*:*:domain/*", 
                "arn:aws:sagemaker:*:*:user-profile/*", 
                "arn:aws:sagemaker:*:*:space/*" 
            ] 
        }, 
        { 
            "Sid": "ResourceAccessRequireDomainTag", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:Update*", 
                "sagemaker:Delete*", 
                "sagemaker:Describe*" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:domain-arn": "domain-arn" 
                } 
            } 
        }, 
        { 
            "Sid": "AllowActionsThatDontSupportTagging", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeImageVersion", 
                "sagemaker:UpdateImageVersion", 
                "sagemaker:DeleteImageVersion", 
                "sagemaker:DescribeModelCardExportJob", 
                "sagemaker:DescribeAction" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "DeleteDefaultApp", 
            "Effect": "Allow", 

SageMaker Dominio 29



Amazon SageMaker Guía para desarrolladores

            "Action": "sagemaker:DeleteApp", 
            "Resource": "arn:aws:sagemaker:*:*:app/domain-id/*/jupyterserver/
default" 
        } 
    ]
}

2. Cree una nueva política de IAM mediante el archivo
StudioDomainResourceIsolationPolicy-domain-id.

aws iam create-policy --policy-name StudioDomainResourceIsolationPolicy-domain-id
 --policy-document file://StudioDomainResourceIsolationPolicy-domain-id

3. Asocie la política recién creada a un rol nuevo o existente que se utilice como rol de ejecución 
del dominio.

aws iam attach-role-policy --policy-arn arn:aws:iam:account-
id:policy/StudioDomainResourceIsolationPolicy-domain-id --role-name domain-
execution-role

Establecimiento de una configuración predeterminada para un dominio

Con SageMaker, puedes establecer la configuración predeterminada para tus recursos a nivel de 
SageMaker dominio de Amazon. Esta configuración predeterminada se utiliza en la creación de 
recursos dentro del dominio. En las siguientes secciones se enumeran los valores de la configuración 
predeterminada del dominio y se proporciona información sobre el uso de claves de contexto al 
establecer los valores predeterminados.

Temas

• Configuración predeterminada de un dominio

• Claves de contexto

Configuración predeterminada de un dominio

Puede establecer la siguiente configuración predeterminada al crear o actualizar un dominio. 
Los valores transferidos al perfil de usuario y al nivel de espacio compartido anulan los valores 
predeterminados establecidos en el nivel de dominio.

• DefaultUserSettings
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• DefaultSpaceSettings

Note

DefaultSpaceSettingssolo admite el uso de JupyterLab 3 ARN de imagen 
paraSageMakerImageArn. Para obtener más información, consulte JupyterLab Control 
de versiones.

"DefaultSpaceSettings": {  
      "ExecutionRole": "string", 
      "JupyterServerAppSettings": {  
         "DefaultResourceSpec": {  
            "InstanceType": "string", 
            "LifecycleConfigArn": "string", 
            "SageMakerImageArn": "string", 
            "SageMakerImageVersionArn": "string" 
         }, 
         "LifecycleConfigArns": [ "string" ] 
      }, 
      "KernelGatewayAppSettings": {  
         "CustomImages": [  
            {  
               "AppImageConfigName": "string", 
               "ImageName": "string", 
               "ImageVersionNumber": number 
            } 
         ], 
         "DefaultResourceSpec": {  
            "InstanceType": "string", 
            "LifecycleConfigArn": "string", 
            "SageMakerImageArn": "string", 
            "SageMakerImageVersionArn": "string" 
         }, 
         "LifecycleConfigArns": [ "string" ] 
      }, 
      "SecurityGroups": [ "string" ] 
   }
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Claves de contexto

Puede añadir claves de contexto a la política de IAM que crea un dominio. Esto restringe los valores 
que los usuarios pueden transferir a esos campos. La siguiente lista muestra las claves de contexto 
que admite el dominio y dónde se implementan.

• sagemaker:ImageArns

• Implementada como parte de DefaultUserSettings:SagemakerImageArn
en DefaultUserSettings.JupyterServerAppSettings y
DefaultUserSettings.KernelGatewayAppSettings. CustomImages en
DefaultUserSettings.KernelGatewayAppSettings.

• Implementada como parte de DefaultSpaceSettings:SagemakerImageArn
en DefaultSpaceSettings.JupyterServerAppSettings y
DefaultSpaceSettings.KernelGatewayAppSettings. CustomImages en
DefaultSpaceSettings.KernelGatewayAppSettings.

• sagemaker:VpcSecurityGroupIds

• Implementada como parte de DefaultUserSettings:SecurityGroups en
DefaultUserSettings.

• Implementada como parte de DefaultSpaceSettings:SecurityGroups en
DefaultSpaceSettings.

• sagemaker:DomainSharingOutputKmsKey

Implementada como parte de DefaultUserSettings:S3KmsKeyId en
DefaultSpaceSettings.SharingSettings.

No puede restringir a los usuarios que pasen valores incompatibles cuando utilizan claves de 
contexto como valores predeterminados. Por ejemplo, los valores de SageMakerImageArn
establecidos como parte de DefaultUserSettings y DefaultSpaceSettings deben ser 
compatibles. No puede establecer los siguientes valores predeterminados incompatibles. Para 
obtener más información sobre las JupyterLab versiones de ARN disponibles, consulte. Establecer 
una JupyterLab versión predeterminada

• Solo se puede usar un ARN de la JupyterLab versión 1 para el valor en SageMakerImageArn
DefaultUserSettings

• Solo se puede usar un ARN de la JupyterLab versión 3 para el valor en SageMakerImageArn
DefaultSpaceSettings
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Adjuntar un sistema de archivos personalizado a un dominio o perfil de usuario

Cuando crea un dominio, Amazon lo asocia SageMaker automáticamente a un volumen Amazon 
Elastic File System (Amazon EFS) que SageMaker crea para usted. También tiene la opción 
de asociar el dominio a un sistema de archivos Amazon EFS personalizado que haya creado 
en suCuenta de AWS. Este sistema de archivos está disponible para todos los usuarios que 
pertenezcan al dominio cuando utilicen Amazon SageMaker Studio. Los usuarios pueden adjuntar el 
sistema de archivos a cualquier espacio que creen para las aplicaciones compatibles: así JupyterLab 
como al editor de código. A continuación, tras ejecutar el espacio e iniciar la aplicación, pueden 
acceder a cualquier dato, código u otro elemento que contenga el sistema de archivos.

Si no quiere permitir que todos los usuarios de un dominio accedan al sistema de archivos, puede 
adjuntarlo a un perfil de usuario específico. Si lo hace, el sistema de archivos solo estará disponible 
en los espacios que cree el usuario asociado.

Puedes adjuntar un sistema de archivos personalizado mediante la SageMaker API de Amazon, 
AWS los SDK o elAWS CLI. No puedes adjuntar un sistema de archivos personalizado mediante la 
SageMaker consola.

Requisitos previos

Para poder adjuntar un sistema de archivos Amazon EFS personalizado a un dominio, debe cumplir 
los siguientes requisitos:

• Tiene un sistema de archivos Amazon EFS en suCuenta de AWS. Para conocer los pasos 
necesarios para crear uno, consulte Creación del sistema de archivos Amazon EFS en la Guía del 
usuario de Amazon Elastic File System.

• Para que Studio pueda acceder a su sistema de archivos, debe tener un destino de montaje 
en cada una de las subredes que asocie al dominio. Para obtener más información sobre la 
asignación de destinos de montaje a subredes, consulte Creación y administración de objetivos de 
montaje y grupos de seguridad en la Guía del usuario de Amazon Elastic File System.

• Para cada destino de montaje, debes añadir el grupo de seguridad que Amazon SageMaker 
creó en ti Cuenta de AWS cuando creaste el dominio. El nombre del grupo de seguridad tiene el 
formatosecurity-group-for-inbound-nfs-domain-id.

• Sus permisos de IAM deben permitirle usar la elasticfilesystem:DescribeMountTargets
acción. Para obtener más información sobre esta acción, consulte Acciones, recursos y claves de 
condición de Amazon Elastic File System en la Referencia de autorización de servicios.
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Adjuntar un sistema de archivos personalizado con el AWS CLI

Para adjuntar un sistema de archivos personalizado a un dominio o perfil de usuario con elAWS 
CLI, se pasa una CustomFileSystemConfigs definición al utilizar cualquiera de los siguientes 
comandos:

• create-domain

• update-domain

• create-user-profile

• update-user-profile

Example comando create-domain con un sistema de archivos personalizado

En el siguiente ejemplo, se adjunta un sistema de archivos a un dominio nuevo.

aws sagemaker create-domain --domain-name domain-name \
--vpc-id vpc-id --subnet-ids subnet-ids --auth-mode IAM \
--default-user-settings file://default-user-settings.json \
--default-space-settings "ExecutionRole=execution-role-arn"

En este ejemplo, el archivo default-user-settings.json tiene la siguiente configuración, que 
incluye las CustomFileSystemConfigs claves CustomPosixUserConfig y.

{ 
    "ExecutionRole": "execution-role-arn", 
    "CustomPosixUserConfig": 
    { 
        "Uid": UID, 
        "Gid": GID
    }, 
    "CustomFileSystemConfigs": 
    [ 
        { 
            "EFSFileSystemConfig": 
            { 
                "FileSystemId": "file-system-id", 
                "FileSystemPath": "/" 
            } 
        } 
    ]
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}

Este ejemplo de configuración tiene las siguientes claves:

• ExecutionRole— El rol de ejecución predeterminado para los usuarios del dominio.

• CustomPosixUserConfig— Las identidades POSIX predeterminadas que se utilizan para las 
operaciones del sistema de archivos. Puede usar esta configuración para aplicar su estructura 
de permisos POSIX existente a los perfiles de usuario que acceden al sistema de archivos 
personalizado. A nivel de permisos POSIX, puede controlar qué usuarios pueden acceder al 
sistema de archivos y a qué archivos o datos pueden acceder.

También puede aplicar la CustomPosixUserConfig configuración a un perfil de usuario cuando 
utiliza los update-user-profile comandos create-user-profile o. La configuración que 
aplique a un perfil de usuario anula la que aplique al dominio asociado.

• Uid— El seudónimo de POSIX. El valor predeterminado es 200001.

• Gid— El ID del grupo POSIX. El valor predeterminado es 1001.

• CustomFileSystemConfigs— Configuración para sistemas de archivos personalizados (solo se 
admiten los sistemas de archivos Amazon EFS).

También puede aplicar la CustomFileSystemConfigs configuración a un perfil de usuario 
cuando utiliza los update-user-profile comandos create-user-profile o. El perfil 
de usuario tendrá acceso a esos sistemas de archivos, así como a todos los que adjunte a su 
dominio.

• EFSFileSystemConfig— Configuración para sistemas de archivos Amazon EFS 
personalizados.

• FileSystemId— El ID de su sistema de archivos Amazon EFS.

• FileSystemPath— La ruta al directorio del sistema de archivos al que pueden acceder los 
usuarios del dominio en sus espacios de Studio. Los usuarios autorizados solo pueden acceder a 
este directorio y a los siguientes. La ruta predeterminada es la raíz del sistema de archivos:/.

SageMaker crea un enlace simbólico en la siguiente ruta:/home/sagemaker-user/custom-
file-systems/file-system-type/file-system-id. Con esto, los usuarios del dominio 
pueden navegar hasta el sistema de archivos personalizado desde su directorio principal,/home/
sagemaker-user.
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Tras adjuntar un sistema de archivos personalizado a un dominio, los usuarios del dominio pueden 
adjuntar el sistema de archivos a un espacio mediante el comando create-space.

Example comando create-space con un sistema de archivos personalizado

En el siguiente ejemplo, se adjunta un sistema de archivos a un espacio nuevo.

aws sagemaker create-space \
--space-name space-name \
--domain-id domain-id \
--ownership-settings "OwnerUserProfileName=user-profile-name" \
--space-sharing-settings "SharingType=Private" \
--space-settings file://space-settings.json

En este ejemplo, el archivo space-settings.json tiene los siguientes parámetros, que incluyen 
la CustomFileSystems configuración con la FileSystemId clave.

{ 
    "AppType": "JupyterLab", 
    "JupyterLabAppSettings": 
    { 
        "DefaultResourceSpec": 
        { 
            "InstanceType": "ml.t3.xlarge" 
        } 
    }, 
    "CustomFileSystems": 
    [ 
        { 
            "EFSFileSystem": 
            { 
                "FileSystemId": "file-system-id" 
            } 
        } 
    ]
}

Entorno

En esta página se proporciona información sobre las modificaciones del entorno de Amazon 
SageMaker Domain. Esto incluye imágenes personalizadas, configuraciones del ciclo de vida y 
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repositorios de Git asociados a un entorno de dominio. También se pueden asociar a un espacio 
compartido mediante la AWS CLI pasando valores al comando create-space mediante el parámetro
space-settings.

Para obtener más información sobre cómo traer una imagen personalizada de Amazon SageMaker 
Studio Classic, consulte Traiga su propia SageMaker imagen.

Para obtener más información sobre cómo incorporar una imagen de RStudio personalizada, 
consulte Bring your own image to RStudio on. SageMaker

Para obtener instrucciones sobre el uso de una configuración de ciclo de vida con Studio Classic, 
consulte Usar configuraciones de ciclo de vida con Amazon SageMaker Studio.

Para obtener información sobre cómo adjuntar un repositorio de Git a un dominio, consulta Adjuntar 
repositorios de Git sugeridos a. SageMaker

Complete el siguiente procedimiento para ver las imágenes personalizadas, las configuraciones del 
ciclo de vida y los repositorios de Git asociados a un entorno de dominio.

Abra la página Entorno

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione un dominio para abrir la página Entorno.

5. En la página Detalles del dominio, seleccione la pestaña Entorno.

Visualización y edición de dominios

En este tema se muestra cómo ver una lista de tus SageMaker dominios de Amazon, ver los detalles 
de un dominio y editar la configuración del dominio desde la SageMaker consola de Amazon o AWS 
Command Line Interface (AWS CLI).

Temas

• Visualización de dominios

• Edición de la configuración del dominio
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Visualización de dominios

En la siguiente sección, se muestra cómo ver una lista de tus dominios y los detalles de un dominio 
individual desde la SageMaker consola o laAWS CLI.

Consola

La página de descripción general del dominio de la consola proporciona información sobre la 
estructura de un dominio y proporciona una lista de sus dominios. El diagrama de la estructura del 
dominio de la página describe los componentes del dominio y cómo interactúan entre sí.

El siguiente procedimiento muestra cómo ver una lista de sus dominios desde la SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

Para ver los detalles del dominio, siga el procedimiento a continuación. Esta página proporciona 
información sobre la configuración general del dominio, incluidos el nombre, el ID del dominio, el rol 
de ejecución utilizado para crear el dominio y el método de autenticación del dominio. 

1. En la lista de dominios, selecciona el dominio para el que quieres abrir la página de
configuración del dominio.

2. En la página Detalles del dominio, elija la pestaña Configuración del dominio.

AWS CLI

Ejecute el siguiente comando desde la terminal de su equipo local para ver una lista de dominios 
desde la AWS CLI.

aws sagemaker list-domains --region region

Edición de la configuración del dominio

Puede editar la configuración de un dominio desde la SageMaker consola o desdeAWS CLI. Se 
aplican las siguientes consideraciones en lo que respecta a la actualización de la configuración de un 
dominio.
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• Si DefaultUserSettings y DefaultSpaceSettings están configuradas, no se pueden 
anular.

• DefaultUserSettings.ExecutionRole solo se pueden actualizar si no hay aplicaciones en 
ejecución en ningún perfil de usuario del dominio. Este valor no se puede anular.

• DefaultSpaceSettings.ExecutionRole solo se puede actualizar si no hay aplicaciones en 
ejecución en ninguno de los espacios compartidos del dominio. Este valor no se puede anular.

• Si el dominio se creó solo en modo VPC, aplica SageMaker automáticamente las actualizaciones 
de la configuración del grupo de seguridad definida para el dominio a todos los espacios 
compartidos creados en el dominio.

• DomainId no se puede actualizar.

En la siguiente sección se muestra cómo editar la configuración del dominio desde la SageMaker 
consola o elAWS CLI.

Consola

Puede editar el dominio desde la SageMaker consola mediante el siguiente procedimiento.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, selecciona el dominio para el que quieres abrir la página de
configuración del dominio.

5. En la página de detalles del dominio, puede configurar y administrar los detalles de su dominio 
seleccionando la pestaña correspondiente.

6. Para configurar los ajustes generales, en la página de detalles del dominio, selecciona la 
pestaña Configuración del dominio y, a continuación, selecciona Editar.

AWS CLI

Ejecute el siguiente comando desde la terminal de su equipo local para actualizar un dominio desde 
la AWS CLI. Para obtener más información sobre la estructura dedefault-user-settings, 
consulte CreateDomain.

aws sagemaker update-domain \
--domain-id domain-id \
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--default-user-settings default-user-settings \
--default-space-settings default-space-settings \
--domain-settings-for-update settings-for-update \
--region region

Eliminar un SageMaker dominio de Amazon

Un dominio consta de una lista de usuarios autorizados, ajustes de configuración y un volumen de 
Amazon Elastic File System (Amazon EFS). El volumen de Amazon EFS contiene datos para los 
usuarios, incluidos cuadernos, recursos y artefactos. Un usuario puede tener varias aplicaciones 
(aplicaciones) que admiten la experiencia de lectura y ejecución de los blocs de notas, terminales y 
consolas del usuario.

Puede eliminar el dominio de una de las siguientes formas:

• Consola de AWS

• AWS Command Line Interface (AWS CLI)

• SageMaker SDK

En las secciones siguientes se explica cómo eliminar un dominio y los requisitos para hacerlo.

Requisitos

Debe cumplir los siguientes requisitos para eliminar un dominio.

• Debe tener permisos de administrador para eliminar un dominio.

• Solo puede eliminar una aplicación con el estado InService Listo en el dominio. No es necesario 
eliminar una aplicación cuyo estado sea Failed para eliminar el dominio que la contiene. En el 
dominio, un intento de eliminar una aplicación en estado de error genera un error.

• Para eliminar un dominio, el dominio no puede contener ningún perfil de usuario ni espacios 
compartidos. Para eliminar un perfil de usuario o un espacio compartido, el perfil o el espacio no 
pueden contener ninguna aplicación que no haya presentado errores.

Cuando elimine estos recursos, se producirá lo siguiente:

• Aplicación: se guardan los datos (archivos y cuadernos) del directorio principal del usuario. Se 
pierden los datos del bloc de notas no guardados.

• Perfil de usuario: el usuario ya no puede iniciar sesión en el dominio. El usuario pierde el acceso 
a su directorio principal, pero los datos no se eliminan. El administrador puede recuperar los 
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datos del volumen de Amazon EFS donde se almacenan bajo la cuenta de Cuenta de AWS del 
usuario.

• Para cambiar los modos de autenticación de IAM al IAM Identity Center, debe eliminar el dominio.

Archivos EFS

Los archivos se guardan en un volumen de Amazon EFS como copia de seguridad. Esta copia 
de seguridad incluye los archivos del directorio montado, que es /home/sagemaker-user para 
Amazon SageMaker Studio Classic y /root para los kernels.

Al eliminar archivos de estos directorios montados, el kernel o la aplicación pueden mover los 
archivos borrados a una papelera oculta. Si la papelera está dentro del directorio montado, esos 
archivos se copian en el volumen de Amazon EFS e incurrirá en cargos. Para evitar estos cargos 
de Amazon EFS, debe identificar y limpiar la ubicación de la papelera. La ubicación de la papelera 
para las aplicaciones y los kernels predeterminados es ~/.local/. Esto puede variar en función 
de la distribución de Linux que se utilice para las aplicaciones o los kernels personalizados. Para 
obtener más información sobre el volumen de Amazon EFS, consulte Administre su volumen de 
almacenamiento de Amazon EFS en SageMaker Studio Classic.

Cuando utiliza la SageMaker consola para eliminar el dominio, el volumen de Amazon EFS se 
separa pero no se elimina. El mismo comportamiento se produce de forma predeterminada cuando 
se utiliza el AWS CLI o el SDK de SageMaker Python para eliminar el dominio. Sin embargo, si 
utiliza el SDK de SageMaker Python AWS CLI o el SDK, puede configurar RetentionPolicy
HomeEfsFileSystem=Delete para eliminar el volumen de Amazon EFS junto con el dominio.

Eliminar un SageMaker dominio de Amazon (consola)

Para eliminar un dominio

1. Abra la consola de SageMaker.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio que desea eliminar.

5. Repita los pasos siguientes para cada usuario en la lista Perfiles de usuarios.

a. Elija el usuario.

b. En la página Detalles del usuario, para cada aplicación que no haya presentado errores de 
la lista Aplicaciones, elija Acción.
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c. En la lista desplegable, elija Eliminar.

d. En el cuadro de diálogo Eliminar aplicación, elija Sí, eliminar aplicación. A continuación, 
escriba delete en el campo de confirmación y elija Eliminar.

e. Cuando el Estado de todas las aplicaciones se muestre como Eliminado, elija Editar.

f. En la página Editar usuario, elija Eliminar usuario.

g. En el cuadro de diálogo Eliminar usuario, elija Sí, eliminar usuario. A continuación, escriba
delete en el campo de confirmación y elija Eliminar.

Important

Cuando se elimina un usuario, este pierde el acceso al volumen de Amazon EFS que 
contiene sus datos, incluidos los cuadernos y otros artefactos. Los datos no se eliminan 
y un administrador puede acceder a ellos.

6. Cuando se eliminen todos los usuarios, elija la pestaña Administración del espacio.

7. Repita los siguientes pasos para cada espacio compartido de la lista Espacios.

a. Seleccione el nombre del espacio compartido.

b. Elija Eliminar aplicación para cada aplicación.

c. En el cuadro de diálogo Eliminar aplicación, elija Sí, eliminar aplicación. A continuación, 
escriba delete en el campo de confirmación y elija Eliminar.

d. Elija Cancelar.

e. Seleccione el espacio compartido.

f. Elija Eliminar.

g. En el cuadro de diálogo Eliminar espacio, elija Sí, eliminar espacio. A continuación, escriba
delete en el campo de confirmación y elija Eliminar espacio.

8. Cuando se eliminen todos los usuarios y los espacios compartidos, elija la pestaña
Configuración del dominio.

9. Elija Editar.

10. En la página Configuración general, elija Eliminar dominio.

11. En el cuadro de diálogo Eliminar dominio, elija Sí, eliminar dominio. A continuación, escriba
delete en el campo de confirmación y elija Eliminar.
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Eliminar un SageMaker dominio de Amazon (AWS CLI)

Para eliminar un dominio

1. Recupere la lista de dominios de su cuenta.

aws --region Region sagemaker list-domains

2. Recupere la lista de aplicaciones para el dominio que se va a eliminar.

aws --region Region sagemaker list-apps \ 
    --domain-id-equals DomainId

3. Elimine cada una de las aplicaciones de la lista.

aws --region Region sagemaker delete-app \ 
    --domain-id DomainId \ 
    --app-name AppName \ 
    --app-type AppType \ 
    --user-profile-name UserProfileName

4. Recupere la lista de perfiles de usuario en el dominio.

aws --region Region sagemaker list-user-profiles \ 
    --domain-id-equals DomainId

5. Elimine cada perfil de usuario de la lista.

aws --region Region sagemaker delete-user-profile \ 
    --domain-id DomainId \ 
    --user-profile-name UserProfileName

6. Recupere la lista de espacios compartidos en el dominio.

aws --region Region sagemaker list-spaces \ 
    --domain-id DomainId

7. Elimine todos los espacios compartidos de la lista.

aws --region Region sagemaker delete-space \ 
    --domain-id DomainId \ 
    --space-name SpaceName
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8. Elimine el dominio. Para eliminar también el volumen de Amazon EFS, especifique
HomeEfsFileSystem=Delete.

aws --region Region sagemaker delete-domain \ 
    --domain-id DomainId \ 
    --retention-policy HomeEfsFileSystem=Retain

Perfiles de usuario del dominio

Un perfil de usuario representa a un único usuario dentro de un SageMaker dominio de Amazon. El 
perfil de usuario es la forma principal de hacer referencia a un usuario a efectos de uso compartido, 
elaboración de informes y otras características orientadas al usuario. Esta entidad se crea cuando 
un usuario se incorpora al SageMaker dominio de Amazon. Un perfil de usuario puede tener 
(como máximo) una sola JupyterServer aplicación fuera del contexto de un espacio compartido. 
La aplicación Studio Classic del perfil de usuario está asociada directamente al perfil de usuario y 
tiene un directorio Amazon EFS aislado, una función de ejecución asociada al perfil de usuario y 
aplicaciones de Kernel Gateway. Un perfil de usuario también puede crear otras aplicaciones desde 
la consola o desde Amazon SageMaker Studio.

Temas

• Adición y eliminación de perfiles de usuario

• Visualización de los perfiles de usuario y los detalles del perfil de usuario

Adición y eliminación de perfiles de usuario

En las siguientes secciones se muestra cómo añadir y eliminar perfiles de usuario de un SageMaker 
dominio de Amazon mediante la SageMaker consola o el AWS Command Line Interface (AWS CLI).

Temas

• Adición de perfiles de usuario

• Eliminación de perfiles de usuario

Adición de perfiles de usuario

En la siguiente sección se muestra cómo añadir perfiles de usuario a un dominio mediante la 
SageMaker consola o elAWS CLI.
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Tras añadir un perfil de usuario al dominio, los usuarios pueden iniciar sesión mediante una 
URL. Si el dominio se utiliza AWS IAM Identity Center para la autenticación, los usuarios reciben 
un correo electrónico con la URL para iniciar sesión en el dominio. Si el dominio lo usaAWS 
Identity and Access Management, puedes crear una URL para un perfil de usuario mediante
CreatePresignedDomainUrl

Adición de perfiles de usuario desde la consola

Puede añadir perfiles de usuario a un dominio desde la SageMaker consola siguiendo este 
procedimiento.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio al que desea agregar un perfil de usuario.

5. En la página Detalles del dominio, elija la pestaña Perfiles de usuario.

6. Elija Añadir usuario. Se abre una nueva página.

7. Utilice el nombre predeterminado para su perfil de usuario o agregue un nombre personalizado.

8. En Execution role (Rol de ejecución), elija una opción en el selector de roles. Si elige Introducir 
un ARN de rol de IAM personalizado, el rol debe tener, como mínimo, una política de confianza 
adjunta que SageMaker otorgue permiso para asumir el rol. Para obtener más información, 
consulte Roles de SageMaker.

Si elige Crear un nuevo rol, se abrirá el cuadro de diálogo Crear un rol de IAM:

a. Para los buckets de S3 que especifique, especifique buckets de Amazon S3 adicionales a 
los que puedan acceder los usuarios de sus cuadernos. Si no desea agregar acceso a más 
buckets, elija None (Ninguno).

b. Seleccione Crear rol. SageMaker crea un nuevo rol de IAM con la
AmazonSageMakerFullAccesspolítica adjunta. AmazonSageMaker-ExecutionPolicy

9. De forma opcional, puede agregar etiquetas al perfil de usuario. Todos los recursos que cree 
el perfil de usuario tendrán una etiqueta de ARN de dominio y una etiqueta de ARN de perfil de 
usuario. La etiqueta de ARN de dominio se basa en el ID del dominio, mientras que la etiqueta 
de ARN de perfil de usuario se basa en el nombre del perfil de usuario.

10. Elija Siguiente.
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11. En  JupyterLab Versión predeterminada, seleccione una JupyterLab versión del menú 
desplegable para utilizarla como predeterminada en su perfil de usuario. Para obtener 
información sobre cómo seleccionar una JupyterLab versión, consulte JupyterLabControl de 
versiones.

12. En la JumpStart sección SageMaker Proyectos y, tiene dos opciones. Puede aceptar el proyecto 
y la JumpStart configuración predeterminados, o puede personalizar si el perfil de usuario puede 
crear proyectos y usarlos JumpStart. Para obtener más información, consulte Permisos de 
SageMaker estudio necesarios para usar proyectos.

13. Elija Siguiente.

14. De forma opcional, si el dominio tiene una licencia de RStudio asociada, seleccione si quiere 
crear el usuario con una de las siguientes autorizaciones:

• Unauthorized

• Administrador de RStudio

• Usuario de RStudio

15. Elija Siguiente.

16. Para la configuración de permisos base de Canvas, seleccione si desea establecer los permisos 
mínimos necesarios para usar la aplicación SageMaker Canvas.

17. (Opcional) Para la configuración de previsión de series temporales: para conceder permisos de 
usuario para la previsión de series temporales en SageMaker Canvas, deje activada la opción
Habilitar la previsión de series temporales. Está activada de forma predeterminada.

18. (Opcional) Si ha dejado activada la opción Habilitar previsiones de serie temporal, seleccione
Crear y utilizar un rol de ejecución nuevo. Como alternativa, si ya tiene un rol de IAM con los 
permisos de Amazon Forecast necesarios, seleccione Usar un rol de ejecución existente. Para 
obtener más información, consulte Método de configuración de roles de IAM.

19. Elija Enviar.

Creación de perfiles de usuario en la AWS CLI

Para crear un perfil de usuario en un dominio desde la AWS CLI, ejecute el siguiente comando desde 
la terminal de su equipo local. Para obtener información sobre las JupyterLab versiones de ARN 
disponibles, consulte. Establecer una JupyterLab versión predeterminada

aws --region region \
sagemaker create-user-profile \
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--domain-id domain-id \
--user-profile-name user-name \
--user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "sagemaker-image-arn", 
      "InstanceType": "system" 
    } 
  }
}'

Eliminación de perfiles de usuario

Para eliminar el perfil de usuario, se deben eliminar todas las aplicaciones lanzadas por un perfil 
de usuario. En la siguiente sección se muestra cómo eliminar los perfiles de usuario de un dominio 
mediante la SageMaker consola oAWS CLI.

Eliminación de perfiles de usuario desde la consola

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio del que desea eliminar un perfil de usuario.

5. En la página Detalles del dominio, elija la pestaña Perfiles de usuario.

6. Seleccione el perfil de usuario que desea eliminar.

7. En la página Detalles del usuario, para cada aplicación que no haya presentado errores de la 
lista Aplicaciones, elija Acción.

8. En la lista desplegable, elija Eliminar.

9. En el cuadro de diálogo Eliminar aplicación, elija Sí, eliminar aplicación. A continuación, escriba
delete en el campo de confirmación y elija Eliminar.

10. Cuando el Estado de todas las aplicaciones se muestre como Eliminado, elija Editar.

11. En la página Editar usuario, elija Eliminar usuario.

12. En la ventana emergente Eliminar usuario, elija Sí, eliminar usuario.

13. Escriba delete en el campo para confirmar la eliminación.

14. Elija Eliminar.
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Eliminación de perfiles de usuario en la AWS CLI

Para eliminar un perfil de usuario desde la AWS CLI, ejecute el siguiente comando desde la terminal 
de su equipo local.

aws sagemaker delete-user-profile \
--region region \
--domain-id domain-id \
--user-profile-name user-name

Visualización de los perfiles de usuario y los detalles del perfil de usuario

En este tema se muestra cómo ver una lista de perfiles de usuario en un SageMaker dominio 
de Amazon y ver los detalles de un perfil de usuario desde la SageMaker consola o desde AWS 
Command Line Interface (AWS CLI).

Temas

• Visualización de perfiles de usuarios

• Visualización de los detalles del perfil de usuario

Visualización de perfiles de usuarios

En la siguiente sección, se describe cómo ver una lista de perfiles de usuario en un dominio desde la 
SageMaker consola o elAWS CLI.

Visualización de perfiles de usuario desde la consola

Complete el siguiente procedimiento para ver una lista de los perfiles de usuario del dominio desde la 
SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio del que desea ver una lista de perfiles de usuario.

5. En la página Detalles del dominio, elija la pestaña Perfiles de usuario.
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Visualización de perfiles de usuario desde la AWS CLI

Para ver los perfiles de usuario de un dominio desde la AWS CLI, ejecute el siguiente comando 
desde la terminal de su equipo local.

aws sagemaker list-user-profiles \
--region region \
--domain-id domain-id

Visualización de los detalles del perfil de usuario

En la siguiente sección se describe cómo ver los detalles de un perfil de usuario desde la SageMaker 
consola o elAWS CLI.

Visualización de los detalles del perfil de usuario desde la consola

Complete el siguiente procedimiento para ver los detalles de un perfil de usuario desde la SageMaker 
consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio del que desea ver una lista de perfiles de usuario.

5. En la página Detalles del dominio, elija la pestaña Perfiles de usuario.

6. Seleccione el perfil de usuario del que desea ver los detalles.

Visualización de los detalles del perfil de usuario desde la AWS CLI

Para describir un perfil de usuario desde la AWS CLI, ejecute el siguiente comando desde la terminal 
de su equipo local.

aws sagemaker describe-user-profile \
--region region \
--domain-id domain-id \
--user-profile-name user-name
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Grupos del IAM Identity Center en un dominio

Si utilizas la AWS IAM Identity Center autenticación para tu SageMaker dominio de Amazon, puedes 
añadir y editar el acceso de grupos y usuarios a un dominio. Para obtener más información sobre la 
autenticación del IAM Identity Center, consulte What is IAM Identity Center? En los temas siguientes 
se muestra cómo administrar a los usuarios y grupos del IAM Identity Center que tienen acceso a un 
dominio.

Temas

• Visualización de grupos y usuarios

• Adición de usuarios y grupos

• Eliminación de grupos

Visualización de grupos y usuarios

Complete el siguiente procedimiento para ver una lista de grupos y usuarios del IAM Identity Center 
desde la SageMaker consola de Amazon.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio para el que quiera abrir la página Configuración 
del dominio.

5. En la página Detalles del dominio, elija la pestaña Grupos.

Adición de usuarios y grupos

En las siguientes secciones se muestra cómo añadir grupos y usuarios a un dominio desde la 
SageMaker consola oAWS CLI.

Note

Si el dominio se creó antes del 1 de octubre de 2023, solo puedes añadir grupos y usuarios 
al dominio desde la SageMaker consola.
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Consola de SageMaker

Complete el siguiente procedimiento para agregar grupos y usuarios a su dominio desde la 
SageMaker consola.

1. En la pestaña Grupos, elija Asignar usuarios y grupos.

2. En la página Asignar usuarios y grupos, seleccione los usuarios y grupos que desee agregar.

3. Elija Asignar usuarios y grupos.

AWS CLI

Complete el siguiente procedimiento para agregar grupos y usuarios a su dominio desdeAWS CLI.

1. Obtenga el SingleSignOnApplicationArn dominio con una llamada a describe-domain.
SingleSignOnApplicationArnes el ARN de la aplicación gestionada en IAM Identity Center.

aws sagemaker describe-domain \
--region region \
--domain-id domain-id

2. Asocie el usuario o el grupo al dominio. Para ello, pase el SingleSignOnApplicationArn
valor devuelto por el comando describe-domain como application-arn parámetro de una 
llamada a create-application-assignment. También debe pasar el tipo y el identificador de la 
entidad que se va a asociar.

aws sso-admin create-application-assignment \
--application-arn application-arn \
--principal-id principal-id \
--principal-type principal-type

Eliminación de grupos

Complete el siguiente procedimiento para eliminar grupos de su dominio de la consola. SageMaker 
Para obtener información sobre la eliminación de usuarios, consulte Eliminación de perfiles de 
usuario.

1. En la pestaña Grupos, seleccione el grupo que desea eliminar.

2. Elija Anular asignación de los grupos.

SageMaker Dominio 51

https://awscli.amazonaws.com/v2/documentation/api/latest/reference/swf/describe-domain.html
https://awscli.amazonaws.com/v2/documentation/api/latest/reference/swf/describe-domain.html
https://awscli.amazonaws.com/v2/documentation/api/latest/reference/sso-admin/create-application-assignment.html


Amazon SageMaker Guía para desarrolladores

3. En la ventana emergente, elija Sí, anular la asignación de los grupos.

4. Escriba unassign en el campo.

5. Elija Anular asignación de los grupos.

Incorporación rápida a Amazon SageMaker Domain

En este tema se describe cómo incorporarse a Amazon SageMaker Domain mediante el 
procedimiento de configuración para usuarios individuales de la SageMaker consola. Este 
procedimiento configura su dominio con un solo clic y utiliza la autenticación AWS Identity and 
Access Management (IAM).

Para obtener información sobre cómo configurar su dominio con ajustes avanzados, consulte la 
configuración Incorporación personalizada mediante IAM de autenticación de IAM personalizada y 
la configuración Incorporación personalizada a Amazon SageMaker Domain mediante IAM Identity 
Center de autenticación personalizada del IAM Identity Center.

Actualmente, la compatibilidad con RStudio no está disponible cuando se incorpora mediante el 
procedimiento de configuración para usuarios individuales. Para utilizar RStudio, debe incorporarlo 
mediante el procedimiento de configuración para organizaciones.

Temas

• Configuración rápida para usuarios individuales

• Configuración predeterminada

Configuración rápida para usuarios individuales

Inscríbase rápidamente en el dominio mediante la opción Configurar para un solo usuario desde la 
página de SageMaker inicio

Después de cumplir con los requisitos previosConfigurar los SageMaker requisitos previos de 
Amazon, siga los pasos.

1. Abra la consola de SageMaker .

2. En ¿Nuevo en? SageMaker , selecciona Configurar para un solo usuario. El dominio y el perfil 
de usuario se crean automáticamente.
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Inscríbase rápidamente en el dominio mediante la opción Configurar para un solo usuario desde la 
página del dominio

1. Abra la consola de SageMaker .

2. Abre el panel de navegación izquierdo.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione Crear dominio.

5. Seleccione Configurar para un solo usuario (configuración rápida). El dominio y el perfil de 
usuario se crean automáticamente.

Ahora que se ha incorporado al dominio, puede iniciar una aplicación abriendo la SageMaker consola
y seleccionando el entorno en el panel de navegación izquierdo.

Para obtener información sobre cómo agregar usuarios al dominio, consulte Adición y eliminación de 
perfiles de usuario.

Configuración predeterminada

Cuando te incorporas a Amazon SageMaker Domain mediante el procedimiento de configuración 
para un solo usuario, se SageMaker utilizan los siguientes valores predeterminados como parte de 
la creación del dominio y del perfil de usuario. No puedes modificar estos valores predeterminados 
mediante el procedimiento de configuración para un solo usuario.

• Nombre de dominio: asigna SageMaker automáticamente el nombre del dominio con una marca de 
tiempo en el siguiente formato.

QuickSetupDomain-YYYYMMDDTHHMMSS

• Nombre de perfil de usuario: asigna SageMaker automáticamente al nombre del perfil de usuario 
una marca de tiempo en el siguiente formato.

default-YYYYMMDDTHHMMSS

• Función de ejecución de dominio: SageMaker crea una nueva función de IAM y adjunta 
la política. AmazonSageMakerFullAccess Si utilizas la configuración rápida y la 
experiencia por defecto es Amazon SageMaker Studio actualizada, tu función de IAM también 
incluye las AmazonS3FullAccesspolíticas AmazonSageMakerCanvasFullAccess,
AmazonSageMakerCanvasAIServicesAccess,.
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• Función de ejecución del perfil de usuario: SageMaker establece la función de ejecución del perfil 
de usuario en la misma función de IAM utilizada para la función de ejecución del dominio.

• Función de ejecución de espacio compartido: SageMaker establece la función de ejecución de 
espacio compartido en la misma función de IAM utilizada para la función de ejecución de dominio.

• SageMaker Función de previsión de series temporales de Canvas: SageMaker crea una nueva 
función de IAM con los permisos necesarios para utilizar la función de previsión de series 
temporales de SageMaker Canvas.

• Depósito de Amazon S3: SageMaker crea un depósito de Amazon S3 denominado con el siguiente 
formato para compartir libretas.

sagemaker-studio-XXXXXXXXXXXXXXX

• Amazon VPC: SageMaker selecciona una VPC pública con la siguiente lógica.

1. Si hay una VPC predeterminada con subredes asociadas en la región, SageMaker la usa.

2. Si no hay una VPC predeterminada o la VPC predeterminada no tiene subredes asociadas, 
utiliza SageMaker cualquier VPC existente con subredes asociadas. Si hay varias VPC 
existentes, SageMaker puede seleccionar cualquiera de ellas.

Incorporación personalizada a Amazon SageMaker Domain mediante IAM 
Identity Center

En este tema se describe cómo incorporarse a Amazon SageMaker Domain mediante la 
autenticación AWS IAM Identity Center desde la SageMaker consola o elAWS CLI. Para obtener 
información acerca de cómo configurar el IAM Identity Center para utilizarlo con un dominio, consulte
Configurar el centro de identidad de IAM para usarlo con Amazon Domain SageMaker . Para obtener 
información sobre cómo incorporarse con la autenticación de AWS Identity and Access Management 
(IAM), consulte Incorporación rápida y Incorporación personalizada mediante IAM.

Temas

• Incorporación desde la consola

• Incorporación desde la AWS CLI

• Acceda al dominio después de la incorporación

• Configurar el centro de identidad de IAM para usarlo con Amazon Domain SageMaker
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Incorporación desde la consola

Para incorporarse a un dominio mediante el IAM Identity Center

1. Abra la consola de SageMaker .

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, elija Crear dominio.

5. En la página Configurar SageMaker dominio, selecciona Configurar para organizaciones.

6. Seleccione Configure (Configurar).

Paso 1: Detalles del dominio

1. En Nombre del dominio, ingrese un nombre único para su dominio. Por ejemplo, puede ser el 
nombre de tu proyecto o equipo.

2. Elija Siguiente.

Paso 2: Usuarios y actividades de aprendizaje automático

Seleccione el grupo o cree los usuarios para el dominio y concédales permisos para las actividades 
de aprendizaje automático a las que desea que tengan acceso.

En estas instrucciones de configuración, utilizamos la opción IAM Identity Center. Para utilizar la 
autenticación del IAM Identity Center, debe pertenecer a una organización de AWS Organizations. 
Para obtener información sobre la configuración de un centro de identidad de IAM, consulte.
Configurar el centro de identidad de IAM para usarlo con Amazon Domain SageMaker

La función de IAM que configure en este paso se asigna al grupo del centro de identidad de IAM 
seleccionado y a todos los usuarios que forman parte de ese grupo.

1. En ¿Cómo desea acceder a Studio? , elija AWSIdentity Center.

2. En ¿Quién usará Studio? seleccione los usuarios o grupos del IAM Identity Center y, a 
continuación, seleccione Seleccionar. Debe configurar Amazon SageMaker Studio en la misma 
región en la que está configurado su centro de identidad de IAM. Puede cambiar la región de 
su dominio seleccionándola en la lista desplegable situada en la parte superior derecha de 
la consola o puede cambiar la región del centro de identidad de IAM accediendo al portal de 
acceso. AWS
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3. En ¿Qué actividades de aprendizaje automático realizan? puede usar un rol existente 
seleccionando Usar un rol existente o puede crear un nuevo rol eligiendo Crear un nuevo rol y 
marcando las actividades de aprendizaje automático a las que desea que tenga acceso el rol. 
Puede seleccionar un máximo de 10 actividades de aprendizaje automático.

4. Al seleccionar las actividades de aprendizaje automático, es posible que deba cumplir con los 
requisitos. Para cumplir un requisito, elija Agregar y complete el requisito.

5. Una vez que se hayan cumplido todos los requisitos, seleccione Siguiente.

Paso 3: Solicitudes

En este paso, puede configurar las aplicaciones que ha habilitado en el paso anterior. Para obtener 
más información sobre las actividades de aprendizaje automático, consulteReferencia de actividad 
de ML.

Si la aplicación no está habilitada, recibirá una advertencia para esa aplicación. Para habilitar una 
aplicación que no esté habilitada, vuelva al paso anterior; para ello, seleccione Atrás y siga las 
instrucciones anteriores.

SageMaker Configuración de estudio:

En SageMaker Studio, tienes la opción de elegir entre la versión nueva y la clásica de Studio como 
experiencia predeterminada. Esto significa elegir el entorno de aprendizaje automático con el que vas 
a interactuar después de abrir Studio.

• SageMaker Studio: New incluye varios entornos de desarrollo integrados (IDE) y aplicaciones, 
incluido Amazon SageMaker Studio Classic. Si se selecciona, el IDE de Studio Classic tiene la 
configuración predeterminada. Para obtener información sobre la configuración predeterminada, 
consulteConfiguración predeterminada.

• SageMaker Studio Classic incluye el IDE de Jupyter. Si lo elige, puede configurar su configuración 
de Studio Classic.

Para obtener información sobre Studio Classic, consulteAmazon SageMaker Studio Clásico.

SageMaker Configuración de Canvas:

Si tienes Amazon SageMaker Canvas activado, consulta Cómo empezar a usar Amazon SageMaker 
Canvas las instrucciones y los detalles de configuración para la incorporación.

SageMaker Configuración de Studio Classic:
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Si eligió SageMaker Studio - New (recomendado) como experiencia predeterminada, el IDE 
de Studio Classic tiene la configuración predeterminada. Para obtener información sobre la 
configuración predeterminada, consulteConfiguración predeterminada.

Si ha elegido Studio Classic como experiencia predeterminada, puede optar por activar o desactivar 
el uso compartido de recursos del bloc de notas. Los recursos de Notebook incluyen artefactos como 
la salida de celdas y los repositorios de Git. Para obtener más información sobre los recursos de 
Notebook, consulteCompartir y usar un bloc de notas Amazon SageMaker Studio Classic.

Si ha activado el uso compartido de recursos de cuadernos:

1. En la ubicación de S3 para los recursos de bloc de notas que se pueden compartir, introduzca 
su ubicación de Amazon S3.

2. En Clave de cifrado (opcional), deje como Sin cifrado personalizado o elija una AWS KMS clave 
existente o elija Introducir un ARN de clave KMS e introduzca el ARN de su AWS KMS clave.

3. En la sección de preferencias para compartir la salida de celdas del portátil, selecciona Permitir 
a los usuarios compartir la salida de celda o Desactivar el uso compartido de la salida de celdas.

Configuración de RStudio:

Para activar RStudio, necesita una licencia de RStudio. Para configurarlo, consulte. Licencia de 
RStudio

1. En RStudio Workbench, compruebe que su licencia de RStudio se detecte automáticamente. 
Para obtener más información sobre cómo obtener una licencia de RStudio y activarla con ella 
SageMaker, consulteLicencia de RStudio.

2. Seleccione un tipo de instancia en la que lanzar su servidor de RStudio. Para obtener más 
información, consulte Tipo de StudioServerPro instancia R.

3. En Permiso, cree su rol o seleccione uno existente. El rol debe tener la siguiente política 
de permisos: Esta política permite a la StudioServerPro aplicación R acceder a los 
recursos necesarios. También permite SageMaker a Amazon lanzar automáticamente una 
StudioServerPro aplicación R cuando la StudioServerPro aplicación R existente está en Failed
estado Deleted o. Para obtener información acerca de cómo agregar permisos a un rol, 
consulte Modificación de una política de permisos de rol (consola).

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
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        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "license-manager:ExtendLicenseConsumption", 
                "license-manager:ListReceivedLicenses", 
                "license-manager:GetLicense", 
                "license-manager:CheckoutLicense", 
                "license-manager:CheckInLicense", 
                "logs:CreateLogDelivery", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DeleteLogDelivery", 
                "logs:Describe*", 
                "logs:GetLogDelivery", 
                "logs:GetLogEvents", 
                "logs:ListLogDeliveries", 
                "logs:PutLogEvents", 
                "logs:PutResourcePolicy", 
                "logs:UpdateLogDelivery", 
                "sagemaker:CreateApp" 
            ], 
            "Resource": "*" 
        } 
    ]
}     

4. En RStudio Connect, agregue la URL de su servidor de RStudio Connect. RStudio Connect 
es una plataforma de publicación para aplicaciones Shiny, informes de R Markdown, paneles, 
gráficos y mucho más. Cuando se incorpora a RStudio On SageMaker, no se crea un servidor 
RStudio Connect. Para obtener más información, consulte Dirección URL de RStudio Connect.

5. En RStudio Package Manager, añada la URL de su RStudio Package Manager. SageMaker crea 
un repositorio de paquetes predeterminado para el Package Manager al incorporar RStudio. 
Para obtener más información sobre el administrador de paquetes de RStudio, consulte RStudio 
Package Manager.

6. Seleccione Siguiente.

Configuración del editor de código:

Si tiene el editor de código activado, consulte el editor de código para obtener una descripción 
general y los detalles de configuración.
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Paso 4: Red

Elige cómo quieres que Studio se conecte a otros AWS servicios.

Puede optar por deshabilitar el acceso a Internet a su estudio especificando el tipo de acceso a la 
red únicamente mediante Virtual Private Cloud (VPC). Si elige esta opción, no podrá ejecutar un bloc 
de notas de Studio a menos que su VPC tenga un punto final de interfaz para la SageMaker API y el 
tiempo de ejecución, o una puerta de enlace de traducción de direcciones de red (NAT) con acceso a 
Internet, y sus grupos de seguridad permitan las conexiones salientes. Para obtener más información 
sobre Amazon VPC, consulteElección de una Amazon VPC.

Si elige Virtual Private Cloud (VPC), solo se requieren los siguientes pasos. Si elige Acceso público a 
Internet, se requieren los dos primeros pasos siguientes.

1. En VPC, elige el ID de Amazon VPC.

2. En Subred, elija una o más subredes. Si no elige ninguna subred, SageMaker utiliza todas las 
subredes de la Amazon VPC. Se recomienda utilizar varias subredes que no se creen en zonas 
de disponibilidad restringidas. El uso de subredes en zonas de disponibilidad restringida puede 
provocar errores de capacidad insuficiente y prolongar los tiempos de creación de aplicaciones. 
Para obtener más información sobre las zonas de disponibilidad restringida, consulte Zonas de 
disponibilidad.

3. En Grupos de seguridad, elija una o más subredes.

Si solo se selecciona VPC, aplica SageMaker automáticamente la configuración del grupo de 
seguridad definida para el dominio a todos los espacios compartidos creados en el dominio. Si se 
selecciona Solo Internet pública, SageMaker no se aplica la configuración del grupo de seguridad a 
los espacios compartidos creados en el dominio.

Paso 5: Almacenamiento

Tiene la opción de cifrar sus datos. Los sistemas de archivos Amazon Elastic File System (Amazon 
EFS) y Amazon Elastic Block Store (Amazon EBS) que se crean para usted al crear un dominio. 
Tanto el editor de código como los JupyterLab espacios utilizan los tamaños de Amazon EBS.

No puede cambiar la clave de cifrado después de cifrar los sistemas de archivos Amazon EFS y 
Amazon EBS. Para cifrar sus sistemas de archivos Amazon EFS y Amazon EBS, puede utilizar las 
siguientes configuraciones.
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• En Clave de cifrado (opcional), deje como Sin cifrado personalizado o elija una clave de KMS 
existente o elija Introducir un ARN de clave de KMS e introduzca el ARN de su clave de KMS.

• En Tamaño de espacio predeterminado (opcional), introduce el tamaño de espacio 
predeterminado.

• En Tamaño máximo del espacio: opcional, introduzca el tamaño máximo del espacio.

Paso 6: Revisa y crea

Revisa la configuración de tu dominio. Si necesitas cambiar la configuración, selecciona Editar junto 
al paso correspondiente. Una vez que confirmes que la configuración de tu dominio es correcta, 
selecciona Enviar y el dominio se creará automáticamente. Este proceso puede demorar unos 
minutos.

Incorporación desde la AWS CLI

Utilice los siguientes comandos para incorporarse a un dominio con autenticación mediante el IAM 
Identity Center desde la AWS CLI.

1. Cree un rol de ejecución que se utilice para crear un dominio y adjunte la
AmazonSageMakerFullAccesspolítica. También puedes usar un rol existente que tenga, como 
mínimo, una política de confianza adjunta que otorgue SageMaker permiso para asumir el rol. 
Para obtener más información, consulte SageMaker Funciones.

aws iam create-role --role-name execution-role-name --assume-role-policy-
document file://execution-role-trust-policy.json
aws iam attach-role-policy --role-name execution-role-name --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess

2. Obtenga la Amazon Virtual Private Cloud (Amazon VPC) predeterminada de su cuenta.

aws --region region ec2 describe-vpcs --filters Name=isDefault,Values=true --query 
 "Vpcs[0].VpcId" --output text

3. Obtenga la lista de subredes de la Amazon VPC predeterminada.

aws --region region ec2 describe-subnets --filters Name=vpc-id,Values=default-vpc-
id --query "Subnets[*].SubnetId" --output json

4. Cree un dominio pasando el ID de Amazon VPC predeterminado, las subredes y el ARN del rol 
de ejecución. También debes pasar un ARN SageMaker de imagen. Para obtener información 
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sobre los ARN de las JupyterLab versiones disponibles, consulte. Establecer una JupyterLab 
versión predeterminada

aws --region region sagemaker create-domain --domain-name domain-name --vpc-
id default-vpc-id --subnet-ids subnet-ids --auth-mode SSO --default-user-
settings "ExecutionRole=arn:aws:iam::account-number:role/execution-role-
name,JupyterServerAppSettings={DefaultResourceSpec={InstanceType=system,SageMakerImageArn=image-
arn}}" \ --query DomainArn --output text

5. Compruebe que se haya creado el dominio.

aws --region region sagemaker  list-domains

Acceda al dominio después de la incorporación

Una vez que se le otorgue acceso al dominio, se le enviará un correo electrónico en el que se le 
invitará a crear una contraseña y a utilizar el IAM Identity Center. El correo electrónico también 
contiene la dirección URL para iniciar sesión en el dominio. Para obtener más información sobre el 
inicio de sesión y la duración de la sesión, consulte How to sign in to the user portal.

Después de activar la cuenta, vaya a la URL del dominio, inicie sesión y espere a que se cree su 
perfil de usuario. En visitas posteriores, solo tendrás que esperar a que se cargue la aplicación 
Studio.

Marcador de la URL. La URL también está disponible en la página Configuración del dominio.

Configurar el centro de identidad de IAM para usarlo con Amazon Domain SageMaker

Para utilizar la autenticación del IAM Identity Center, debe pertenecer a una organización de AWS 
Organizations. Si no pertenece a una organización, puede crear una según los pasos del Tutorial: 
Creación y configuración de una organización.

La autenticación multifactor (MFA) está habilitada de forma predeterminada al crear una instancia 
de IAM Identity Center. Se pedirá a los usuarios que inicien sesión con la MFA cuando cambien de 
dispositivo, navegador o ubicación. Como práctica recomendada de seguridad, le recomendamos 
encarecidamente que habilite la MFA para las identidades de sus empleados. Para obtener más 
información, consulte Administrar dispositivos MFA en IAM Identity Center.

Una vez que haya creado su organización y su usuario, puede crear un perfil de usuario para ese 
SageMaker usuario en el Centro de identidades de IAM de la siguiente manera.
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1. Desde la SageMaker consola de Amazon: — Puede utilizar la SageMaker consola de Amazon 
para crear un perfil de usuario para el usuario en el Centro de identidades de IAM. Si el usuario 
del IAM Identity Center aún no se ha asociado al dominio, se asociará automáticamente.

2. Mediante el comando AWS CLI o AWS CloudFormation: un usuario del Centro de Identidad de 
IAM asignado al dominio puede crear un perfil de usuario mediante la SageMaker consola, el AWS 
CLI comando o. AWS CloudFormation

• En primer lugar, debe utilizar la consola del IAM Identity Center para asignar el usuario o el 
grupo de usuarios al dominio. Para obtener más información sobre la asignación de solicitudes 
de, consulte Assign user access (Asignación de acceso a usuarios).

• A continuación, utilice AWS CLI o AWS CloudFormation para crear un perfil SageMaker de 
usuario para el usuario.

Note

Para simplificar la administración de los permisos de acceso, se recomienda utilizar el IAM 
Identity Center para asignar grupos al dominio (en lugar de asignar usuarios). Los grupos 
permiten conceder o denegar permisos a varios usuarios a la vez. Si es necesario, es posible 
mover a un usuario de un grupo o a otro grupo diferente. A la hora de asignar el acceso de 
los usuarios a las aplicaciones, actualmente el IAM Identity Center no admite la adición de 
usuarios a grupos anidados. Si se agrega un usuario a un grupo anidado, es posible que 
reciba un mensaje de error "You do not have any applications" durante el inicio de 
sesión. Las asignaciones deben realizarse al grupo inmediato al que pertenece el usuario.

Vuelva a la página Dominios para continuar con la incorporación mediante la autenticación del IAM 
Identity Center.

Incorporación personalizada a Amazon SageMaker Domain mediante IAM

En este tema se describe cómo incorporarse a Amazon SageMaker Domain mediante el 
procedimiento de configuración para organizaciones para la autenticación AWS Identity and Access 
Management (IAM) desde la SageMaker consola o elAWS CLI. Para realizar una incorporación más 
rápida mediante IAM, consulte Incorporación rápida.

Para obtener información sobre cómo realizar la incorporación mediante AWS IAM Identity Center 
(IAM Identity Center), consulte Incorporación personalizada mediante IAM Identity Center.
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Incorporación con la consola

Para incorporarse al dominio mediante IAM

1. Abra la consola de SageMaker .

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, elija Crear dominio.

5. En la página Configurar SageMaker dominio, selecciona Configurar para organizaciones.

6. Seleccione Configure (Configurar).

Paso 1: detalles del dominio

1. En Nombre del dominio, ingrese un nombre único para su dominio. Por ejemplo, puede ser el 
nombre de tu proyecto o equipo.

2. Elija Siguiente.

Paso 2: Usuarios y actividades de aprendizaje automático

Seleccione el grupo o cree los usuarios para el dominio y conceda permisos a las actividades de 
aprendizaje automático a las que tendrán acceso.

En estas instrucciones de configuración, utilizamos la opción Iniciar sesión a través de IAM.

La función de IAM que configure en este paso se asignará a todos los usuarios que añada en este 
paso.

1. En ¿Cómo desea acceder a Studio? , selecciona Iniciar sesión a través de IAM.

2. En ¿Quién usará Studio? añada los nombres de los perfiles de usuario. Para añadir un nombre 
de perfil de usuario, seleccione Añadir usuario, introduzca un nombre de perfil de usuario y, a 
continuación, seleccione Seleccionar.

3. En ¿Qué actividades de aprendizaje automático realizan? puede usar un rol existente 
seleccionando Usar un rol existente o puede crear un nuevo rol eligiendo Crear un nuevo rol y 
marcando las actividades de aprendizaje automático a las que desea que tenga acceso el rol. 
Puede seleccionar un máximo de 10 actividades de aprendizaje automático.

4. Al seleccionar las actividades de aprendizaje automático, es posible que deba cumplir con los 
requisitos. Para cumplir un requisito, elija Agregar y complete el requisito.
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5. Una vez que se hayan cumplido todos los requisitos, seleccione Siguiente.

Paso 3: Solicitudes

En este paso, puede configurar las aplicaciones que ha habilitado en el paso anterior. Para obtener 
más información sobre las actividades de aprendizaje automático, consulteReferencia de actividad 
de ML.

Si la aplicación no está habilitada, recibirá una advertencia para esa aplicación. Para habilitar una 
aplicación que no esté habilitada, vuelva al paso anterior; para ello, seleccione Atrás y siga las 
instrucciones anteriores.

SageMaker Configuración de estudio:

En SageMaker Studio, tienes la opción de elegir entre la versión nueva y la clásica de Studio como 
experiencia predeterminada. Esto significa elegir el entorno de aprendizaje automático con el que vas 
a interactuar después de abrir Studio.

• SageMaker Studio: New incluye varios entornos de desarrollo integrados (IDE) y aplicaciones, 
incluido Amazon SageMaker Studio Classic. Si se selecciona, el IDE de Studio Classic tiene la 
configuración predeterminada. Para obtener información sobre la configuración predeterminada, 
consulteConfiguración predeterminada.

• SageMaker Studio Classic incluye el IDE de Jupyter. Si lo elige, puede configurar su configuración 
de Studio Classic.

Para obtener información sobre Studio Classic, consulteAmazon SageMaker Studio Clásico.

SageMaker Configuración de Canvas:

Si tienes Amazon SageMaker Canvas activado, consulta Cómo empezar a usar Amazon SageMaker 
Canvas las instrucciones y los detalles de configuración para la incorporación.

SageMaker Configuración de Studio Classic:

Si eligió SageMaker Studio - New (recomendado) como experiencia predeterminada, el IDE 
de Studio Classic tiene la configuración predeterminada. Para obtener información sobre la 
configuración predeterminada, consulteConfiguración predeterminada.

Si ha elegido Studio Classic como experiencia predeterminada, puede optar por activar o desactivar 
el uso compartido de recursos del bloc de notas. Los recursos de Notebook incluyen artefactos como 

Incorporación personalizada mediante IAM 64



Amazon SageMaker Guía para desarrolladores

la salida de celdas y los repositorios de Git. Para obtener más información sobre los recursos de 
Notebook, consulteCompartir y usar un bloc de notas Amazon SageMaker Studio Classic.

Si ha activado el uso compartido de recursos de cuadernos:

1. En la ubicación de S3 para los recursos de bloc de notas que se pueden compartir, introduzca 
su ubicación de Amazon S3.

2. En Clave de cifrado (opcional), deje como Sin cifrado personalizado o elija una AWS KMS clave 
existente o elija Introducir un ARN de clave KMS e introduzca el ARN de su AWS KMS clave.

3. En la sección de preferencias para compartir la salida de celdas del portátil, selecciona Permitir 
a los usuarios compartir la salida de celda o Desactivar el uso compartido de la salida de celdas.

Configuración de RStudio:

Para activar RStudio, necesitará una licencia de RStudio. Para configurarlo, consulte. Licencia de 
RStudio

1. En RStudio Workbench, compruebe que su licencia de RStudio se detecte automáticamente. 
Para obtener más información sobre cómo obtener una licencia de RStudio y activarla con ella 
SageMaker, consulteLicencia de RStudio.

2. Seleccione un tipo de instancia en la que lanzar su servidor de RStudio. Para obtener más 
información, consulte Tipo de StudioServerPro instancia R.

3. En Permiso, cree su rol o seleccione uno existente. El rol debe tener la siguiente política 
de permisos: Esta política permite a la StudioServerPro aplicación R acceder a los 
recursos necesarios. También permite SageMaker a Amazon lanzar automáticamente una 
StudioServerPro aplicación R cuando la StudioServerPro aplicación R existente está en Failed
estado Deleted o. Para obtener información acerca de cómo agregar permisos a un rol, 
consulte Modificación de una política de permisos de rol (consola).

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "license-manager:ExtendLicenseConsumption", 
                "license-manager:ListReceivedLicenses", 
                "license-manager:GetLicense", 
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                "license-manager:CheckoutLicense", 
                "license-manager:CheckInLicense", 
                "logs:CreateLogDelivery", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DeleteLogDelivery", 
                "logs:Describe*", 
                "logs:GetLogDelivery", 
                "logs:GetLogEvents", 
                "logs:ListLogDeliveries", 
                "logs:PutLogEvents", 
                "logs:PutResourcePolicy", 
                "logs:UpdateLogDelivery", 
                "sagemaker:CreateApp" 
            ], 
            "Resource": "*" 
        } 
    ]
}     

4. En RStudio Connect, agregue la URL de su servidor de RStudio Connect. RStudio Connect 
es una plataforma de publicación para aplicaciones Shiny, informes de R Markdown, paneles, 
gráficos y mucho más. Cuando se incorpora a RStudio On SageMaker, no se crea un servidor 
RStudio Connect. Para obtener más información, consulte Dirección URL de RStudio Connect.

5. En RStudio Package Manager, añada la URL de su RStudio Package Manager. SageMaker crea 
un repositorio de paquetes predeterminado para el Package Manager al incorporar RStudio. 
Para obtener más información sobre el administrador de paquetes de RStudio, consulte RStudio 
Package Manager.

6. Seleccione Siguiente.

Configuración del editor de código:

Si tiene el editor de código activado, consulte el editor de código para obtener una descripción 
general y los detalles de configuración.

Paso 4: Red

Elige cómo quieres que Studio se conecte a otros AWS servicios.

Puede optar por deshabilitar el acceso a Internet a su estudio especificando el tipo de acceso a la 
red únicamente mediante Virtual Private Cloud (VPC). Si elige esta opción, no podrá ejecutar un bloc 
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de notas de Studio a menos que su VPC tenga un punto final de interfaz para la SageMaker API y el 
tiempo de ejecución, o una puerta de enlace de traducción de direcciones de red (NAT) con acceso a 
Internet, y sus grupos de seguridad permitan las conexiones salientes. Para obtener más información 
sobre Amazon VPC, consulteElección de una Amazon VPC.

Si elige Virtual Private Cloud (VPC), solo se requieren los siguientes pasos. Si elige Acceso público a 
Internet, se requieren los dos primeros pasos siguientes.

1. En VPC, elige el ID de Amazon VPC.

2. En Subred, elija una o más subredes. Si no elige ninguna subred, SageMaker utiliza todas las 
subredes de la Amazon VPC. Se recomienda utilizar varias subredes que no se creen en zonas 
de disponibilidad restringidas. El uso de subredes en zonas de disponibilidad restringida puede 
provocar errores de capacidad insuficiente y prolongar los tiempos de creación de aplicaciones. 
Para obtener más información sobre las zonas de disponibilidad restringida, consulte Zonas de 
disponibilidad.

3. En Grupos de seguridad, elija una o más subredes.

Si solo se selecciona VPC, aplica SageMaker automáticamente la configuración del grupo de 
seguridad definida para el dominio a todos los espacios compartidos creados en el dominio. Si se 
selecciona Solo Internet pública, SageMaker no se aplica la configuración del grupo de seguridad a 
los espacios compartidos creados en el dominio.

Paso 5: Almacenamiento

Tiene la opción de cifrar sus datos. Los sistemas de archivos Amazon Elastic File System (Amazon 
EFS) y Amazon Elastic Block Store (Amazon EBS) que se crean para usted al crear un dominio. 
Tanto el editor de código como los JupyterLab espacios utilizan los tamaños de Amazon EBS.

No puede cambiar la clave de cifrado después de cifrar los sistemas de archivos Amazon EFS y 
Amazon EBS. Para cifrar sus sistemas de archivos Amazon EFS y Amazon EBS, puede utilizar las 
siguientes configuraciones.

• En Clave de cifrado (opcional), deje como Sin cifrado personalizado o elija una clave de KMS 
existente o elija Introducir un ARN de clave de KMS e introduzca el ARN de su clave de KMS.

• En Tamaño de espacio predeterminado (opcional), introduce el tamaño de espacio 
predeterminado.

• En Tamaño máximo del espacio: opcional, introduzca el tamaño máximo del espacio.
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Paso 6: Revisa y crea

Revisa la configuración de tu dominio. Si necesitas cambiar la configuración, selecciona Editar junto 
al paso correspondiente. Una vez que confirmes que la configuración de tu dominio es correcta, 
selecciona Enviar y el dominio se creará automáticamente. Este proceso puede demorar unos 
minutos.

Incorporación mediante la AWS CLI

Utilice los siguientes comandos para incorporarse a un dominio con autenticación mediante IAM 
desde la AWS CLI.

1. Cree un rol de ejecución que se utilice para crear un dominio y adjunte la
AmazonSageMakerFullAccesspolítica. También puedes usar un rol existente que tenga, como 
mínimo, una política de confianza adjunta que otorgue SageMaker permiso para asumir el rol. 
Para obtener más información, consulte SageMaker Funciones.

aws iam create-role --role-name execution-role-name
aws iam attach-role-policy --role-name execution-role-name --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess

2. Obtenga la Amazon Virtual Private Cloud (Amazon VPC) predeterminada de su cuenta.

aws --region region ec2 describe-vpcs --filters Name=isDefault,Values=true --query 
 "Vpcs[0].VpcId" --output text

3. Obtenga la lista de subredes de la Amazon VPC predeterminada.

aws --region region ec2 describe-subnets --filters Name=vpc-id,Values=default-vpc-
id --query "Subnets[*].SubnetId" --output json

4. Cree un dominio pasando el ID de Amazon VPC predeterminado, las subredes y el ARN del rol 
de ejecución. También debes pasar un ARN SageMaker de imagen. Para obtener información 
sobre los ARN de las JupyterLab versiones disponibles, consulte. Establecer una JupyterLab 
versión predeterminada

aws --region region sagemaker create-domain --domain-name domain-name --vpc-
id default-vpc-id --subnet-ids subnet-ids --auth-mode IAM --default-user-
settings "ExecutionRole=arn:aws:iam::account-number:role/execution-role-
name,JupyterServerAppSettings={DefaultResourceSpec={InstanceType=system,SageMakerImageArn=image-
arn}}" \ --query DomainArn --output text
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5. Compruebe que se haya creado el dominio.

aws --region region sagemaker  list-domains

Elección de una Amazon VPC

En este tema se proporciona información detallada sobre cómo elegir una Amazon Virtual Private 
Cloud (Amazon VPC) cuando se incorpora a Amazon SageMaker Domain. Para obtener más 
información sobre la incorporación a un SageMaker dominio, consulte. Descripción general 
SageMaker de Amazon Domain

De forma predeterminada, SageMaker Domain usa dos Amazon VPC. Amazon gestiona una VPC 
de Amazon SageMaker y proporciona acceso directo a Internet. Usted especifica la otra Amazon 
VPC, que proporciona tráfico cifrado entre el dominio y el volumen de Amazon Elastic File System 
(Amazon EFS).

Puede cambiar este comportamiento para que todo el tráfico se SageMaker envíe a través de la 
Amazon VPC especificada. Al elegir esta opción, debe proporcionar las subredes, los grupos de 
seguridad y los puntos de enlace de la interfaz necesarios para comunicarse con la SageMaker API 
y el tiempo de SageMaker ejecución, y varios AWS servicios, como Amazon Simple Storage Service 
(Amazon S3) y CloudWatch Amazon, que utiliza Studio.

Cuando te incorporas a SageMaker Domain, le indicas que envíes todo el tráfico SageMaker a través 
de tu Amazon VPC configurando el tipo de acceso a la red como solo VPC.

Para especificar la información de Amazon VPC

Al especificar las entidades de Amazon VPC (es decir, la VPC, la subred o el grupo de seguridad de 
Amazon) en el siguiente procedimiento, se presenta una de las tres opciones en función del número 
de entidades que tenga en la versión actual. Región de AWS El comportamiento es el siguiente:

• Una entidad: SageMaker usa esa entidad. Esto no se puede cambiar.

• Varias entidades: debe elegir las entidades de la lista desplegable.

• Sin entidades: debe crear una o más entidades para poder utilizar el dominio. Elija Crear <entidad>
para abrir la consola de VPC en una nueva pestaña del navegador. Tras crear las entidades, 
vuelva a la página introducción del dominio para continuar con el proceso de incorporación.
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Este procedimiento forma parte del proceso de incorporación de SageMaker dominios de Amazon 
cuando eliges Configurar para organizaciones. La información de Amazon VPC se especifica en la 
sección Red.

1. Seleccione el tipo de acceso a la red.

Note

Si solo se selecciona VPC, aplica SageMaker automáticamente la configuración del 
grupo de seguridad definida para el dominio a todos los espacios compartidos creados 
en el dominio. Si se selecciona Solo Internet pública, SageMaker no se aplica la 
configuración del grupo de seguridad a los espacios compartidos creados en el dominio.

• Solo para Internet público: el tráfico que no es de Amazon EFS pasa por una Amazon VPC 
SageMaker gestionada, que permite el acceso a Internet. El tráfico entre el dominio y su 
volumen de Amazon EFS pasa a través de la Amazon VPC especificada.

• Solo VPC: todo el SageMaker tráfico pasa por la Amazon VPC y las subredes especificadas. 
Debe usar una subred que no tenga acceso directo a Internet en el modo Solo VPC. El acceso 
a Internet está deshabilitado de forma predeterminada.

2. Elija la Amazon VPC.

3. Seleccione una o varias subredes. Si no elige ninguna subred, SageMaker utiliza todas las 
subredes de la Amazon VPC. Se recomienda utilizar varias subredes que no se creen en zonas 
de disponibilidad restringidas. El uso de subredes en zonas de disponibilidad restringida puede 
provocar errores de capacidad insuficiente y prolongar los tiempos de creación de aplicaciones. 
Para obtener más información sobre las zonas de disponibilidad restringida, consulte Zonas de 
disponibilidad.

4. Elija los grupos de seguridad. Si eligió Solo Internet público, este paso es opcional. Si eligió Solo 
VPC, este paso es obligatorio.

Note

Para conocer el número máximo de grupos de seguridad permitidos, consulte.
UserSettings
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Para conocer los requisitos de Amazon VPC en el modo Solo VPC, consulte Conecte los blocs de 
notas SageMaker Studio Classic de una VPC a recursos externos.

Regiones y cuotas admitidas

Para conocer las AWS regiones compatibles con Amazon SageMaker y los tipos de instancias de 
Amazon Elastic Compute Cloud (Amazon EC2) que están disponibles en cada región, consulta los 
precios de Amazon. SageMaker

Para obtener una lista de los puntos de enlace del SageMaker servicio de cada región, consulte los 
SageMaker puntos de enlace y las cuotas de Amazon en. Referencia general de AWS

Cuotas

Para ver una lista de SageMaker cuotas, consulta los  SageMaker puntos de conexión y las cuotas 
de Amazon en. Referencia general de AWS

La consola de Service Quotas proporciona información sobre las cuotas de servicio. Puede utilizar la 
consola de Service Quotas para ver las cuotas de servicio predeterminadas o para solicitar aumentos 
de cuota. Para solicitar un aumento de cuota para cuotas ajustables, consulte Requesting a quota 
increase.

Puede configurar una plantilla de solicitud de cuota para su organización de AWS que solicite 
automáticamente aumentos de cuota durante la creación de la cuenta. Para obtener más 
información, consulte Using Service Quotas request templates.
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Utilizar ML automatizado, sin código o con poco código
Amazon SageMaker ofrece las siguientes funciones para automatizar las tareas clave de aprendizaje 
automático y utilizar soluciones sin código o con poco código.

• Amazon SageMaker Autopilot es un conjunto de funciones que automatiza las tareas clave de 
un proceso de aprendizaje automático (AutoML). Explora sus datos, selecciona los algoritmos 
relevantes para su tipo de problema y prepara los datos para facilitar el entrenamiento y el ajuste 
del modelo.

• SageMaker JumpStart proporciona modelos de código abierto previamente entrenados para una 
amplia gama de tipos de problemas a fin de ayudarle a empezar con el aprendizaje automático. 
Puede entrenar y ajustar estos modelos de forma gradual antes de implementarlos. JumpStart 
también proporciona plantillas de soluciones que configuran la infraestructura para casos de uso 
comunes y cuadernos de ejemplo ejecutables para el aprendizaje automático. SageMaker

Temas

• SageMaker Piloto automático

• SageMaker JumpStart

SageMaker Piloto automático

Important

A partir del 30 de noviembre de 2023, las funciones de Autopilot migrarán a Amazon 
SageMaker Canvas como parte de la experiencia actualizada de Studio, que proporciona a 
los científicos de datos capacidades sin código para tareas como la preparación de datos, 
la ingeniería de características, la selección de algoritmos, el entrenamiento y el ajuste, 
la inferencia, la supervisión continua de modelos y más. SageMaker Canvas admite una 
variedad de casos de uso, como la visión artificial, la previsión de la demanda, la búsqueda 
inteligente y la IA generativa.
Los usuarios de Studio Classic pueden seguir utilizando el piloto automático como una 
función independiente. Sin embargo, recomendamos a los usuarios que prefieran la 
comodidad de una interfaz de usuario que exploren la ejecución de sus tareas de AutoML en 
SageMaker Canvas. Los usuarios con experiencia en programación pueden seguir utilizando 
todas las instrucciones de la API y cualquier SDK compatible para la implementación técnica.
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Todas las instrucciones relacionadas con la interfaz de usuario de esta guía se refieren a las 
funciones independientes de Autopilot antes de migrar a Amazon Canvas. SageMaker  Los 
usuarios que sigan estas instrucciones deben usar Studio Classic.

Amazon SageMaker Autopilot es un conjunto de funciones que simplifica y acelera varias etapas del 
flujo de trabajo de aprendizaje automático al automatizar el proceso de creación e implementación de 
modelos de aprendizaje automático (AutoML).

El piloto automático realiza las siguientes tareas clave que puede utilizar en piloto automático o con 
distintos grados de orientación humana:

• Análisis y preprocesamiento de datos: Piloto automático identifica el tipo de problema específico, 
gestiona los valores que faltan, normaliza los datos, selecciona las características y prepara en 
general los datos para el entrenamiento del modelo.

• Selección del modelo: Piloto automático explora una variedad de algoritmos y utiliza una técnica de 
remuestreo con validación cruzada para generar métricas que evalúen la calidad predictiva de los 
algoritmos en función de métricas objetivas predefinidas.

• Optimización de hiperparámetros: el piloto automático automatiza la búsqueda de configuraciones 
de hiperparámetros óptimas.

• Capacitación y evaluación de modelos: el piloto automático automatiza el proceso de 
entrenamiento y evaluación de varios modelos candidatos. Divide los datos en conjuntos de 
entrenamiento y validación, entrena a los candidatos a modelo seleccionados utilizando los 
datos de entrenamiento y evalúa el rendimiento sobre los datos no observados del conjunto de 
validación. Por último, clasifica los candidatos a modelo optimizados en función de su rendimiento 
e identifica el modelo con mejor rendimiento.

• Implementación del modelo: una vez que el piloto automático ha identificado el modelo con mejor 
rendimiento, ofrece la opción de implementar el modelo automáticamente generando los artefactos 
del modelo y el punto final, exponiendo una API. Las aplicaciones externas pueden enviar datos al 
punto de conexión y recibir las predicciones o inferencias correspondientes.

Piloto automático permite crear modelos de machine learning en grandes conjuntos de datos de 
hasta cientos de GB.

El siguiente diagrama describe las tareas de este proceso de AutoML gestionado por Autopilot.
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En función de su nivel de comodidad con el proceso de machine learning y de su experiencia en 
programación, puede utilizar Piloto automático de diferentes maneras:

• Con la interfaz de usuario clásica de Studio, los usuarios pueden elegir entre una experiencia sin 
código o contar con cierto nivel de intervención humana.

Note

A través de la interfaz de usuario de Studio Classic, solo están disponibles los 
experimentos creados a partir de datos tabulares para tipos de problemas como la 
regresión o la clasificación.

• Con la API de AutoML, los usuarios con experiencia en programación pueden usar los SDK 
disponibles para crear trabajos de AutoML. Este enfoque proporciona una mayor flexibilidad y 
opciones de personalización y está disponible para todos los tipos de problemas.

Actualmente, Autopilot es compatible con los siguientes tipos de problemas:

Note

Para los problemas de regresión o clasificación relacionados con datos tabulares, los 
usuarios pueden elegir entre dos opciones: utilizar la interfaz de usuario de Studio Classic o 
la API Reference.
Las tareas como la clasificación de textos e imágenes, la previsión de series temporales y 
el ajuste de modelos lingüísticos de gran tamaño están disponibles exclusivamente a través 
de la versión 2 de la API de piloto automático. Para los usuarios de Python, recomendamos 
utilizar el, AWS SDK for Python (Boto3)ya que el SDK de Amazon SageMaker Python no es 
compatible actualmente con la versión 2 de la API de piloto automático.
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Los usuarios que prefieran la comodidad de una interfaz de usuario pueden usar Amazon 
SageMaker Canvas para acceder a modelos previamente entrenados y modelos básicos de 
IA generativa, o crear modelos personalizados adaptados a textos específicos, clasificación 
de imágenes, necesidades de previsión o IA generativa.

• Clasificación por regresión, binaria y multiclase, con datos tabulares formateados como archivos 
CSV o Parquet en los que cada columna contiene una característica con un tipo de datos 
específico y cada fila contiene una observación. Algunos tipos de datos de columna aceptados 
son series numéricas, categóricas, de texto y temporales compuestas por cadenas de números 
separados por comas.

• Para crear un trabajo de piloto automático como experimento piloto utilizando la referencia de 
la SageMaker API, consulte. Cree un trabajo de regresión o clasificación para datos tabulares 
mediante la API AutoML

• Para crear un trabajo de piloto automático como experimento piloto mediante la interfaz de 
usuario de Studio Classic, consulte. Cree un experimento de piloto automático de regresión o 
clasificación para datos tabulares mediante la interfaz de usuario clásica de Studio

• Si es administrador y desea preconfigurar los parámetros predeterminados de infraestructura, 
red o seguridad de los experimentos de piloto automático en la interfaz de usuario de Studio 
Classic, consulte. Configurar los parámetros predeterminados de un experimento de Piloto 
automático (para administradores)

• Clasificación de texto con datos formateados como archivos CSV o Parquet, en los que una 
columna contiene las frases que se van a clasificar y otra columna debe incluir la etiqueta de clase 
correspondiente. Consulte Cree un trabajo de AutoML para la clasificación de textos mediante la 
API.

• Clasificación de imágenes con formatos de imagen como PNG, JPEG o una combinación de 
ambos. Consulte. Cree un trabajo de AutoML para la clasificación de imágenes mediante la API

• Previsión de series temporales con datos de series temporales formateados como archivos CSV o 
Parquet. Consulte. Cree un trabajo de AutoML para la previsión de series temporales mediante la 
API

• Ajuste preciso de modelos lingüísticos de gran tamaño (LLM) para la generación de texto con 
datos formateados como archivos CSV o Parquet. Consulte. Cree un trabajo de AutoML para 
ajustar los modelos de generación de texto mediante la API
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Además, Piloto automático ayuda a los usuarios a entender cómo hacen predicciones los modelos 
mediante la generación automática de informes que muestran la importancia de cada característica 
individual. Esto proporciona transparencia e información sobre los factores que influyen en las 
predicciones, algo que pueden utilizar los equipos de riesgo y cumplimiento y los reguladores 
externos. Piloto automático también proporciona un informe de rendimiento del modelo, que incluye 
un resumen de las métricas de evaluación, una matriz de confusión, diversas visualizaciones, como 
las curvas características del funcionamiento del receptor y las curvas de recuperación de precisión, 
etc. El contenido específico de cada informe varía según el tipo de problema del experimento con 
Piloto automático.

Los informes de explicabilidad y rendimiento del mejor modelo candidato para un experimento de 
piloto automático están disponibles para tipos de problemas de clasificación de datos tabulares, de 
imágenes y de texto.

Para los casos de uso de datos tabulares, como la regresión o la clasificación, el piloto automático 
ofrece una visibilidad adicional sobre cómo se clasificaron los datos y cómo se seleccionaron, 
entrenaron y ajustaron los modelos candidatos mediante la generación de cuadernos que contienen 
el código utilizado para explorar los datos y encontrar el modelo con el mejor rendimiento. Estos 
cuadernos proporcionan un entorno interactivo y exploratorio que le ayuda a conocer el impacto 
de las distintas entradas, o las ventajas y desventajas que se obtienen en los experimentos. 
Puede seguir experimentando con el modelo candidato de mayor rendimiento mediante sus 
propias modificaciones en los cuadernos de exploración de datos y de definición de candidatos 
proporcionados por Autopilot.

Con Amazon SageMaker, solo pagas por lo que usas. Usted paga por los recursos informáticos 
y de almacenamiento subyacentes incluidos en SageMaker los demás AWS servicios, en función 
del uso que haga. Para obtener más información sobre el coste de uso SageMaker, consulta los 
SageMakerprecios de Amazon.

Temas

• Cree un trabajo de regresión o clasificación para datos tabulares mediante la API AutoML

• Cree un trabajo de AutoML para la clasificación de imágenes mediante la API

• Cree un trabajo de AutoML para la clasificación de textos mediante la API

• Cree un trabajo de AutoML para la previsión de series temporales mediante la API

• Cree un trabajo de AutoML para ajustar los modelos de generación de texto mediante la API

• Cree un experimento de piloto automático de regresión o clasificación para datos tabulares 
mediante la interfaz de usuario clásica de Studio
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• Ejemplos de SageMaker cuadernos Amazon Autopilot

• Cuotas de Amazon SageMaker Autopilot

• Guía de referencia de API para Amazon SageMaker Autopilot

Cree un trabajo de regresión o clasificación para datos tabulares mediante 
la API AutoML

Puede crear un experimento de Piloto automático para datos tabulares mediante programación 
llamando a la acción de API CreateAutoMLJobV2 en cualquier idioma compatible con Piloto 
automático o la AWS CLI.

Para obtener información sobre cómo se traduce esta acción de API en una función en el lenguaje 
que usted prefiera, consulte la sección Véase también de CreateAutoMLJobV2 y seleccione un 
SDK. Como ejemplo, para los usuarios de Python, consulte la sintaxis de solicitud completa de
create_auto_ml_job_v2 en AWS SDK for Python (Boto3).

Note

CreateAutoMLJobv2 y DescribeAutoMLJobv2 son versiones nuevas de MLJob y
CreateAutoMLJob que ofrecen compatibilidad con versiones anteriores. DescribeAuto
Recomendamos utilizar CreateAutoMLJobV2. CreateAutoMLJobV2 puede gestionar 
tipos de problemas tabulares idénticos a los de su versión anterior (CreateAutoMLJob), 
así como tipos de problemas no tabulares, como la clasificación de imágenes o textos o la 
previsión de series temporales.

Como mínimo, todos los experimentos con datos tabulares requieren la especificación del nombre 
del experimento, la ubicación de los datos de entrada y salida y la especificación de los datos 
objetivo que se van a predecir. Opcionalmente, también puede especificar el tipo de problema que 
desea resolver (regresión, clasificación, clasificación multiclase), elegir su estrategia de modelado 
(conjuntos apilados u optimización de hiperparámetros), seleccionar la lista de algoritmos utilizados 
por el trabajo de piloto automático para entrenar los datos y más.

Una vez realizado el experimento, puede comparar los ensayos y ahondar en los detalles de los 
pasos previos al procesamiento, los algoritmos y los rangos de hiperparámetros de cada modelo. 
También tiene la opción de descargar sus informes de explicabilidad y rendimiento. Utilice los
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cuadernos proporcionados para ver los resultados de la exploración automática de datos o las 
definiciones de los modelos candidatos.

Lo que sigue es una colección de parámetros de solicitud de entrada obligatorios y opcionales 
para la acción de API CreateAutoMLJobV2. Puede encontrar la información alternativa de 
la versión anterior de esta acción, CreateAutoMLJob. No obstante, recomendamos usar
CreateAutoMLJobV2.

Para obtener instrucciones sobre cómo migrar un CreateAutoMLJob a CreateAutoMLJobV2, 
vaya a Migre un MLJob a MLJobv2 CreateAuto CreateAuto.

Parámetros necesarios

CreateAutoMLJobV2

Al llamar a CreateAutoMLJobV2 para crear un experimento de Piloto automático para datos 
tabulares, debe proporcionar los siguientes valores:

• Un AutoMLJobName para especificar el nombre del trabajo.

• Al menos un AutoMLJobChannel en AutoMLJobInputDataConfig para especificar el 
origen de datos.

• Una métrica AutoMLJobObjective y el tipo de problema de aprendizaje supervisado 
que haya elegido (clasificación binaria, clasificación multiclase, regresión) en
AutoMLProblemTypeConfig o ninguno. En el caso de los datos tabulares, debe elegir
TabularJobConfig como el tipo de AutoMLProblemTypeConfig. Defina el problema de 
aprendizaje supervisado en el atributo ProblemType de TabularJobConfig.

• Una OutputDataConfig para especificar la ruta de salida de Amazon S3 a fin de almacenar 
los artefactos de su trabajo de AutoML.

• Un RoleArn para especificar el ARN del rol utilizado para acceder a sus datos.

CreateAutoMLJob

Al llamar a CreateAutoMLJob para crear un experimento de AutoML, debe proporcionar los 
siguientes valores:

• Un AutoMLJobName para especificar el nombre del trabajo.

• Al menos un AutoMLChannel en InputDataConfig para especificar el origen de datos.
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• Una OutputDataConfig para especificar la ruta de salida de Amazon S3 a fin de almacenar 
los artefactos de su trabajo de AutoML.

• Un RoleArn para especificar el ARN del rol utilizado para acceder a sus datos.

Todos los demás parámetros son opcionales.

Parámetros opcionales

En las siguientes secciones, se proporcionan detalles sobre algunos parámetros opcionales que 
puede transferir a su acción de API CreateAutoMLJobV2 cuando utilice datos tabulares. Puede 
encontrar la información alternativa de la versión anterior de esta acción, CreateAutoMLJob. No 
obstante, recomendamos usar CreateAutoMLJobV2.

Cómo configurar el modo de entrenamiento de un trabajo de AutoML

En el caso de los datos tabulares, el conjunto de algoritmos que se ejecutan en sus datos para 
entrenar a los candidatos a modelo depende de su estrategia de modelado (ENSEMBLING
o HYPERPARAMETER_TUNING). A continuación, se detalla cómo configurar este modo de 
entrenamiento.

Si lo deja en blanco (o null), el Mode se inferirá en función del tamaño del conjunto de datos.

Para obtener información sobre los métodos de entrenamiento para la optimización de 
hiperparámetros y los conjuntos apilados de Piloto automático, consulte Modos de entrenamiento y 
compatibilidad con algoritmos.

CreateAutoMLJobV2

En el caso de los datos tabulares, debe elegir TabularJobConfig como el tipo de
AutoMLProblemTypeConfig.

Puede configurar el método de entrenamiento de un trabajo de AutoML V2 con el parámetro
TabularJobConfig.Mode.

CreateAutoMLJob

Puede configurar el método de entrenamiento de un trabajo de AutoML con el parámetro
AutoMLJobConfig.Mode.
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Cómo seleccionar características y algoritmos para entrenar un trabajo de AutoML

Selección de características

Piloto automático proporciona pasos automáticos de preprocesamiento de datos, como la selección y 
extracción de características. Sin embargo, puede proporcionar manualmente las características que 
se utilizarán en el entrenamiento con el atributo FeatureSpecificatioS3Uri.

Las características seleccionadas deben estar incluidas en un archivo JSON con el siguiente 
formato:

{ "FeatureAttributeNames":["col1", "col2", ...] }

Los valores enumerados en ["col1", "col2", ...] distinguen entre mayúsculas y minúsculas. 
Deben ser una lista de cadenas que contengan valores únicos que sean subconjuntos de los 
nombres de columna de los datos de entrada.

Note

La lista de columnas proporcionada como características no puede incluir la columna de 
destino.

CreateAutoMLJobV2

En el caso de los datos tabulares, debe elegir TabularJobConfig como el tipo de
AutoMLProblemTypeConfig.

Puede establecer la URL de las características seleccionadas con el parámetro
TabularJobConfig.FeatureSpecificatioS3Uri.

CreateAutoMLJob

Puede configurar el FeatureSpecificatioS3Uri atributo de AutoML 
CandidateGenerationConfig en la API CreateAutoMLJob con el siguiente formato:

{ 
    "AutoMLJobConfig": { 
        "CandidateGenerationConfig": { 
            "FeatureSpecificationS3Uri":"string" 
            }, 
       } 
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  }

Selección de algoritmos

De forma predeterminada, el trabajo de Piloto automático ejecuta una lista predefinida de algoritmos 
en su conjunto de datos para entrenar a los candidatos a modelos. La lista de algoritmos depende 
del modo de entrenamiento (ENSEMBLING o HYPERPARAMETER_TUNING) utilizado por el trabajo.

Puede proporcionar un subconjunto de la selección de algoritmos predeterminada.

CreateAutoMLJobV2

En el caso de los datos tabulares, debe elegir TabularJobConfig como el tipo de
AutoMLProblemTypeConfig.

Puede especificar una matriz de seleccionados AutoMLAlgorithms en el AlgorithmsConfig
atributo de. CandidateGenerationConfig

Lo que sigue es un ejemplo de atributo AlgorithmsConfig que enumera exactamente tres 
algoritmos (“xgboost”, “fastai” y “catboost”) en su campo AutoMLAlgorithms para el modo de 
entrenamiento de ensamblaje.

{ 
   "AutoMLProblemTypeConfig": { 
        "TabularJobConfig": { 
          "Mode": "ENSEMBLING", 
          "CandidateGenerationConfig": { 
            "AlgorithmsConfig":[ 
               {"AutoMLAlgorithms":["xgboost", "fastai", "catboost"]} 
            ] 
         }, 
       }, 
     }, 
  }

CreateAutoMLJob

Puede especificar una matriz de seleccionados AutoMLAlgorithms en el AlgorithmsConfig
atributo de AutoML CandidateGenerationConfig.
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Lo que sigue es un ejemplo de atributo AlgorithmsConfig que enumera exactamente tres 
algoritmos (“xgboost”, “fastai” y “catboost”) en su campo AutoMLAlgorithms para el modo de 
entrenamiento de ensamblaje.

{ 
   "AutoMLJobConfig": { 
        "CandidateGenerationConfig": { 
            "AlgorithmsConfig":[ 
               {"AutoMLAlgorithms":["xgboost", "fastai", "catboost"]} 
            ] 
         }, 
     "Mode": "ENSEMBLING"  
  }

Para ver la lista de algoritmos disponibles por Mode de entrenamiento, consulte
AutoMLAlgorithms. Para obtener información sobre cada algoritmo, consulte Modos de 
entrenamiento y compatibilidad con algoritmos.

Cómo especificar los conjuntos de datos de entrenamiento y validación de un trabajo de AutoML

Puede proporcionar su propio conjunto de datos de validación y una tasa de división de datos 
personalizada, o puede dejar que Piloto automático divida el conjunto de datos automáticamente.

CreateAutoMLJobV2

Cada AutoMLJobChannelobjeto (consulte el parámetro obligatorio AutoML JobInputDataConfig) 
tiene unChannelType, que se puede establecer en validation valores que especifican 
cómo se utilizarán los datos al crear un modelo de aprendizaje automático. training
Debe proporcionar al menos un origen de datos y un máximo de dos: uno para los datos de 
entrenamiento y otro para los datos de validación.

La forma de dividir los datos en conjuntos de datos de entrenamiento y validación depende de si 
tiene uno o dos orígenes de datos.

• Si solo tiene un origen de datos, el ChannelType se establece en training de forma 
predeterminada y debe tener este valor.

• Si el valor ValidationFraction en AutoMLDataSplitConfig no está establecido, el 
20 % (0,2) de los datos de este origen se utiliza para la validación de forma predeterminada.
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• Si la ValidationFraction se establece en un valor entre 0 y 1, el conjunto de datos se 
divide en función del valor especificado, donde el valor especifica la fracción del conjunto de 
datos utilizada para la validación.

• Si tiene dos orígenes de datos, el ChannelType de uno de los objetos de
AutoMLJobChannel debe establecerse en training, el valor predeterminado. El
ChannelType del otro origen de datos debe estar establecido en validation. Los dos 
orígenes de datos deben tener el mismo formato, CSV o Parquet, y el mismo esquema. En este 
caso, no debe establecer el valor de ValidationFraction, ya que todos los datos de cada 
origen se utilizan para el entrenamiento o la validación. Si se configura este valor, se producirá 
un error.

CreateAutoMLJob

Cada AutoMLChannelobjeto (consulte el parámetro obligatorio InputDataConfig) tiene 
unChannelType, que se puede configurar en validation valores que especifican cómo se van 
a utilizar los datos al crear un modelo de aprendizaje automático. training Debe proporcionar 
al menos un origen de datos y un máximo de dos: uno para los datos de entrenamiento y otro 
para los datos de validación.

La forma de dividir los datos en conjuntos de datos de entrenamiento y validación depende de si 
tiene uno o dos orígenes de datos.

• Si solo tiene un origen de datos, el ChannelType se establece en training de forma 
predeterminada y debe tener este valor.

• Si el valor ValidationFraction en AutoMLDataSplitConfig no está establecido, el 
20 % (0,2) de los datos de este origen se utiliza para la validación de forma predeterminada.

• Si la ValidationFraction se establece en un valor entre 0 y 1, el conjunto de datos se 
divide en función del valor especificado, donde el valor especifica la fracción del conjunto de 
datos utilizada para la validación.

• Si tiene dos orígenes de datos, el ChannelType de uno de los objetos de AutoMLChannel
debe establecerse en training, el valor predeterminado. El ChannelType del otro origen 
de datos debe estar establecido en validation. Los dos orígenes de datos deben tener el 
mismo formato, CSV o Parquet, y el mismo esquema. En este caso, no debe establecer el 
valor de ValidationFraction, ya que todos los datos de cada origen se utilizan para el 
entrenamiento o la validación. Si se configura este valor, se producirá un error.
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Para obtener información sobre la validación dividida y cruzada en Piloto automático, consulte
Validación cruzada en Piloto automático.

Cómo configurar el tipo de problema de un trabajo de AutoML

CreateAutoMLJobV2

En el caso de los datos tabulares, debe elegir TabularJobConfig como el tipo de
AutoMLProblemTypeConfig.

Puede especificar con más detalle el tipo de problema de aprendizaje supervisado (clasificación 
binaria, clasificación multiclase, regresión) disponible para los candidatos a modelo de su trabajo 
de AutoML V2 con el parámetro TabularJobConfig.ProblemType.

CreateAutoMLJob

Puede establecer el tipo de problema de un trabajo de AutoML con el parámetro
CreateAutoPilot.ProblemType. Esto limita el tipo de preprocesamiento y algoritmos 
que Piloto automático intenta. Cuando finalice el trabajo, si había establecido el
CreateAutoPilot.ProblemType, el ResolvedAttribute.ProblemType coincidirá con 
el ProblemType que ha establecido. Si lo deja en blanco (o null), el ProblemType se inferirá 
automáticamente.

Note

En algunos casos, Piloto automático no puede inferir el ProblemType con un nivel suficiente 
de confianza; en esos casos, debe proporcionar el valor para que el trabajo se complete 
correctamente.

Cómo añadir ponderaciones de muestra a un trabajo de AutoML

Puede añadir una columna de ponderaciones de muestra a su conjunto de datos tabular y, a 
continuación, pasarla a su trabajo de AutoML para solicitar que las filas del conjunto de datos se 
ponderen durante el entrenamiento y la evaluación.

El soporte para ponderaciones de muestra solo está disponible en el modo de ensamblaje. Las 
ponderaciones deben ser numéricas y no negativas. Se excluyen los puntos de datos con un valor de 
ponderación no válido o nulo. Para obtener más información sobre las métricas disponibles, consulte
Métricas ponderadas en Piloto automático.
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CreateAutoMLJobV2

En el caso de los datos tabulares, debe elegir TabularJobConfig como el tipo de
AutoMLProblemTypeConfig.

Para establecer los pesos de las muestras al crear un experimento (consulte
CreateAutoMLJobv2), puede introducir el nombre de la columna de pesos de las muestras en el
SampleWeightAttributeName atributo del TabularJobConfig objeto. Esto garantiza que la 
métrica objetivo utilice las ponderaciones para el entrenamiento, la evaluación y la selección de 
los modelos candidatos.

CreateAutoMLJob

Para establecer los pesos de las muestras al crear un experimento (consulte
CreateAutoMLJob), puede introducir el nombre de la columna de pesos de las muestras en el
SampleWeightAttributeName atributo del objeto AutoMLChannel. Esto garantiza que la 
métrica objetivo utilice las ponderaciones para el entrenamiento, la evaluación y la selección de 
los modelos candidatos.

Migre un MLJob a MLJobv2 CreateAuto CreateAuto

Recomendamos a los usuarios de CreateAutoMLJob que migren a CreateAutoMLJobV2.

En esta sección se explican las diferencias en los parámetros de entrada entre CreateAutoMLJob y
CreateAutoMLJobv2, destacando los cambios en la posición, el nombre o la estructura de los objetos 
y atributos de la solicitud de entrada entre las dos versiones.

• Atributos de solicitud que no han cambiado de una versión a otra.

{ 
   "AutoMLJobName": "string", 
   "AutoMLJobObjective": {  
      "MetricName": "string" 
   }, 
   "ModelDeployConfig": {  
      "AutoGenerateEndpointName": boolean, 
      "EndpointName": "string" 
   }, 
   "OutputDataConfig": {  
      "KmsKeyId": "string", 
      "S3OutputPath": "string" 
   }, 
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   "RoleArn": "string", 
   "Tags": [  
      {  
         "Key": "string", 
         "Value": "string" 
      } 
   ]
}

• Atributos de solicitud que han cambiado de posición y estructura entre versiones.

Los atributos DataSplitConfig, Security Config, CompletionCriteria, Mode,
FeatureSpecificationS3Uri, SampleWeightAttributeName y TargetAttributeName
han cambiado de posición.

CreateAutoMLJob

{  
    "AutoMLJobConfig": {  
        "Mode": "string", 
        "CompletionCriteria": {  
            "MaxAutoMLJobRuntimeInSeconds": number, 
            "MaxCandidates": number, 
            "MaxRuntimePerTrainingJobInSeconds": number 
        }, 
        "DataSplitConfig": {  
            "ValidationFraction": number 
        }, 
        "SecurityConfig": {  
            "EnableInterContainerTrafficEncryption": boolean, 
            "VolumeKmsKeyId": "string", 
            "VpcConfig": {  
            "SecurityGroupIds": [ "string" ], 
            "Subnets": [ "string" ] 
            } 
        }, 
        "CandidateGenerationConfig": {  
            "FeatureSpecificationS3Uri": "string" 
        } 
    }, 
    "GenerateCandidateDefinitionsOnly": boolean, 
    "ProblemType": "string"
}
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CreateAutoMLJobV2

{        
    "AutoMLProblemTypeConfig": { 
        "TabularJobConfig": { 
            "Mode": "string", 
            "ProblemType": "string", 
            "GenerateCandidateDefinitionsOnly": boolean, 
            "CompletionCriteria": {  
                "MaxAutoMLJobRuntimeInSeconds": number, 
                "MaxCandidates": number, 
                "MaxRuntimePerTrainingJobInSeconds": number 
            }, 
            "FeatureSpecificationS3Uri": "string", 
            "SampleWeightAttributeName": "string", 
            "TargetAttributeName": "string" 
        } 
    }, 
    "DataSplitConfig": {  
        "ValidationFraction": number 
    }, 
    "SecurityConfig": {  
        "EnableInterContainerTrafficEncryption": boolean, 
        "VolumeKmsKeyId": "string", 
        "VpcConfig": {  
            "SecurityGroupIds": [ "string" ], 
            "Subnets": [ "string" ] 
        } 
    }
}

• Los siguientes atributos han cambiado de posición y estructura entre versiones.

El siguiente JSON ilustra cómo es AutomLJobConfig. CandidateGenerationConfigde tipo AutoML 
CandidateGenerationConfig se trasladó a AutoML. ProblemTypeConfig TabularJobConfig. 
CandidateGenerationConfigde tipo CandidateGenerationConfigen V2.

CreateAutoMLJob

{ 
   "AutoMLJobConfig": {  
      "CandidateGenerationConfig": {  
         "AlgorithmsConfig": [  
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            {  
               "AutoMLAlgorithms": [ "string" ] 
            } 
         ], 
         "FeatureSpecificationS3Uri": "string" 
      }
}

CreateAutoMLJobV2

{ 
    "AutoMLProblemTypeConfig": { 
        "TabularJobConfig": { 
            "CandidateGenerationConfig": {  
                "AlgorithmsConfig": [  
                    {  
                    "AutoMLAlgorithms": [ "string" ] 
                    } 
                ], 
            }, 
        } 
    },
}

• Atributos de solicitud que han cambiado de nombre y estructura.

El siguiente JSON ilustra cómo InputDataConfig(Una matriz de AutoMLChannel) cambió a AutoML 
JobInputDataConfig (una matriz de AutoML) en la versión 2. JobChannel Tenga en cuenta 
que los atributos SampleWeightAttributeName y TargetAttributeName han salido de
InputDataConfig y han pasado a estar en AutoMLProblemTypeConfig.

CreateAutoMLJob

{     
    "InputDataConfig": [  
        {  
            "ChannelType": "string", 
            "CompressionType": "string", 
            "ContentType": "string", 
            "DataSource": {  
                "S3DataSource": {  
                    "S3DataType": "string", 
                    "S3Uri": "string" 
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                } 
            }, 
            "SampleWeightAttributeName": "string", 
            "TargetAttributeName": "string" 
        } 
    ]
}

CreateAutoMLJobV2

{     
    "AutoMLJobInputDataConfig": [  
        {  
            "ChannelType": "string", 
            "CompressionType": "string", 
            "ContentType": "string", 
            "DataSource": {  
                "S3DataSource": {  
                    "S3DataType": "string", 
                    "S3Uri": "string" 
                } 
            } 
        } 
    ]
}

Conjuntos de datos y tipos de problemas de Piloto automático

En el caso de los datos tabulares (es decir, los datos en los que cada columna contiene una función 
con un tipo de datos específico y cada fila contiene una observación), Piloto automático le ofrece la 
opción de especificar el tipo de problema de aprendizaje supervisado disponible para los candidatos 
modelo del trabajo de AutoML, como la clasificación binaria o la regresión, o de detectar dicho 
problema automáticamente en función de los datos que proporcione.

Temas

• Conjuntos de datos, tipos de datos y formatos en Piloto automático

• Tipos de problemas de Piloto automático
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Conjuntos de datos, tipos de datos y formatos en Piloto automático

Piloto automático admite datos tabulares formateados como archivos CSV o como archivos Parquet: 
cada columna contiene una característica con un tipo de datos específico y cada fila contiene una 
observación. Las propiedades de estos dos formatos de archivo difieren considerablemente.

• El CSV (comma-separated-values) es un formato de archivo basado en filas que almacena los 
datos en texto plano legible para las personas y es una opción popular para el intercambio de 
datos, ya que es compatible con una amplia gama de aplicaciones.

• Parquet es un formato de archivo basado en columnas en el que los datos se almacenan y 
procesan de forma más eficiente que en los formatos de archivo basados en filas. Esto los 
convierte en una mejor opción para los problemas en macrodatos.

Los tipos de datos aceptados para las columnas incluyen series numéricas, categóricas, de texto y 
temporales compuestas por cadenas de números separados por comas. Si Piloto automático detecta 
que son secuencias de series temporales, las procesa mediante transformadores de características 
especializados y proporcionados por la biblioteca tsfresh. Esta biblioteca toma la serie temporal 
como entrada y genera una característica, como el valor absoluto más alto de la serie temporal o 
los estadísticos descriptivos de la autocorrelación. Estas características generadas se utilizan luego 
como entradas para uno de los tres tipos de problemas.

Piloto automático permite crear modelos de machine learning en grandes conjuntos de datos de 
hasta cientos de GB. Para obtener más información sobre los límites de recursos predeterminados 
para los conjuntos de datos de entrada y cómo aumentarlos, consulte las cuotas de Piloto 
Automático.

Tipos de problemas de Piloto automático

En el caso de los datos tabulares, especifique también el tipo de problemas de aprendizaje 
supervisado disponibles para los candidatos al modelo de la siguiente manera:

Regresión

La regresión estima los valores de una variable objetivo dependiente en función de una o más 
variables o atributos que están correlacionados con ella. Un ejemplo es la predicción de los precios 
de la vivienda mediante características como el número de baños y dormitorios, metros cuadrados 
de la casa y el jardín. El análisis de regresión puede crear un modelo que tome una o más de estas 
características como entrada y prediga el precio de la casa.
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Clasificación binaria

La clasificación binaria es un tipo de aprendizaje supervisado que asigna un individuo a una de dos 
clases predefinidas y mutuamente excluyentes basadas en sus atributos. Se considera supervisado 
porque los modelos se entrenan utilizando ejemplos en los que los atributos se proporcionan con 
objetos etiquetados correctamente. Un ejemplo de clasificación binaria es un diagnóstico médico 
de si un individuo tiene una enfermedad o no en función de los resultados de las pruebas de 
diagnóstico.

Clasificación multiclase

La clasificación multiclass es un tipo de aprendizaje supervisado que asigna un individuo a una de 
varias clases en función de sus atributos. Se considera supervisado porque los modelos se entrenan 
utilizando ejemplos en los que los atributos se proporcionan con objetos etiquetados correctamente. 
Un ejemplo es la predicción del tema más relevante para un documento de texto. Un documento 
puede clasificarse como que trata de religión, política, finanzas o de varias otras clases temáticas 
predefinidas.

Modos de entrenamiento y compatibilidad con algoritmos

Piloto automático admite diferentes modos de entrenamiento y algoritmos para abordar problemas 
de machine learning, informar sobre métricas objetivo y de calidad y utilizar la validación cruzada 
automáticamente, cuando sea necesario.

Modelos de entrenamiento

SageMaker El piloto automático puede seleccionar automáticamente el método de entrenamiento en 
función del tamaño del conjunto de datos, o puedes seleccionarlo manualmente. Estas son las dos 
opciones.

• Ensamblaje: el piloto automático utiliza la AutoGluonbiblioteca para entrenar varios modelos 
base. Para encontrar la mejor combinación para su conjunto de datos, el modo de ensamblaje 
ejecuta diez pruebas con diferentes ajustes de modelo y metaparámetro. A continuación, Piloto 
automático combina estos modelos mediante un método de conjuntos apilados para crear un 
modelo predictivo óptimo. Para obtener una lista de los algoritmos que Piloto automático admite en 
el modo de ensamblaje para datos tabulares, consulte la sección Compatibilidad con algoritmos.

• Optimización de hiperparámetros (HPO): Piloto automático busca la mejor versión de un 
modelo ajustando los hiperparámetros mediante la optimización bayesiana o la optimización de 
multifidelidad mientras ejecuta tareas de entrenamiento en el conjunto de datos. El modo HPO 
selecciona los algoritmos que son más relevantes para el conjunto de datos y selecciona el mejor 
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rango de hiperparámetros para ajustar los modelos. Para ajustar sus modelos, el modo HPO 
ejecuta hasta 100 pruebas (predeterminado) para encontrar la configuración de hiperparámetros 
óptima dentro del rango seleccionado. Si el tamaño del conjunto de datos es inferior a 100 MB, 
Piloto automático utiliza la optimización bayesiana. Piloto automático elige la optimización 
multifidelidad si el conjunto de datos tiene más de 100 MB.

En la optimización multifidelidad, las métricas se emiten continuamente desde los contenedores 
de entrenamiento. Una prueba que tiene un rendimiento deficiente con respecto a una métrica 
objetivo seleccionada se detiene antes de tiempo. A una prueba que funciona bien se le asignan 
más recursos.

Para obtener una lista de los algoritmos que Piloto automático admite en el modo HPO, consulte la 
sección Compatibilidad con algoritmos.

• Automático: Piloto automático elige automáticamente el modo de ensamblaje o el modo HPO en 
función del tamaño del conjunto de datos. Si su conjunto de datos es superior a 100 MB, Piloto 
automático elige HPO. De lo contrario, elige el modo de ensamblaje. Piloto automático puede no 
leer el tamaño del conjunto de datos en los siguientes casos.

• Si habilita el modo nube privada virtual (VPC) para un trabajo de AutoML, pero el bucket de S3 
que contiene el conjunto de datos solo permite el acceso desde VPC.

• La entrada S3 de su conjunto DataType de datos es una. ManifestFile

• La entrada S3Uri contiene más de 1000 elementos.

Si Piloto automático no puede leer el tamaño del conjunto de datos, elige de forma predeterminada 
el modo HPO.

Note

Para obtener un tiempo de ejecución y un rendimiento óptimos, use el modo de 
entrenamiento de ensamblaje para conjuntos de datos de menos de 100 MB.

Compatibilidad son algoritmos

En el modo HPO, Piloto automático admite los siguientes tipos de algoritmos de machine learning:

• Aprendiz lineal: un algoritmo de aprendizaje supervisado que puede resolver problemas de 
clasificación o regresión.
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• XGBoost: un algoritmo de aprendizaje supervisado que intenta predecir de forma apropiada una 
variable objetivo mediante la combinación de un conjunto de estimaciones a partir de un conjunto 
de modelos más simples y más débiles.

• Algoritmo de aprendizaje profundo: un perceptrón multicapa (MLP) y una red neuronal artificial de 
retroalimentación. Este algoritmo puede procesar datos que no se pueden separar linealmente.

Note

No tiene que especificar un algoritmo para usarlo en el problema de machine learning. Piloto 
automático selecciona automáticamente el algoritmo adecuado para entrenar.

En el modo de ensamblaje, Piloto automático admite los siguientes tipos de algoritmos de machine 
learning:

• LightGBM: un marco optimizado que utiliza algoritmos basados en árboles con potenciación por 
gradiente. Este algoritmo utiliza árboles que crecen en amplitud, en lugar de en profundidad, y está 
altamente optimizado para la velocidad.

• CatBoost— Un marco que utiliza algoritmos basados en árboles con aumento de gradiente. 
Optimizado para la gestión de variables categóricas.

• XGBoost: un marco que utiliza algoritmos basados en árboles con potenciación por gradiente que 
aumenta en profundidad, en lugar de amplitud.

• Random Forest: algoritmo basado en árboles que utiliza varios árboles de decisión en 
submuestras aleatorias de los datos y las reemplaza. Los árboles se dividen en nodos óptimos 
en cada nivel. Las decisiones de cada árbol se promedian para evitar el sobreajuste y mejorar las 
predicciones.

• Extra Trees: un algoritmo basado en árboles que utiliza varios árboles de decisión en todo el 
conjunto de datos. Los árboles se dividen aleatoriamente en cada nivel. Las decisiones de cada 
árbol se promedian para evitar el sobreajuste y mejorar las predicciones. Extra Trees añade un 
grado de asignación al azar en comparación con el algoritmo Random Forest.

• Linear Models: un marco que utiliza una ecuación lineal para modelar la relación entre dos 
variables en los datos observados.

• Neural network torch: un modelo de red neuronal que se implementa con Pytorch.

• Neural network fast.ai: un modelo de red neuronal que se implementa con fast.ai.
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Métricas y validación

Esta guía muestra las métricas y las técnicas de validación que puede utilizar para medir el 
rendimiento del modelo de machine learning. Amazon SageMaker Autopilot produce métricas que 
miden la calidad predictiva de los candidatos a modelos de aprendizaje automático. Las métricas 
calculadas para los candidatos se especifican mediante una serie de MetricDatumtipos.

Métricas de Piloto automático

La siguiente lista contiene los nombres de las métricas que están disponibles actualmente para medir 
el rendimiento de los modelos en Piloto automático.

Note

Piloto automático admite las ponderaciones de muestra. Para obtener más información 
sobre las ponderaciones de muestra y las métricas objetivo disponibles, consulte Métricas 
ponderadas en Piloto automático.

Estas son las métricas disponibles.

Accuracy

La relación entre el número de elementos clasificados correctamente y el número total de 
elementos clasificados (correcta e incorrectamente). Se utiliza tanto para la clasificación binaria 
como para la clasificación multiclase. La precisión mide el grado de aproximación de los valores 
de clase pronosticados con respecto a los valores reales. Los valores de las métricas de precisión 
varían entre cero (0) y uno (1). Un valor de 1 indica una precisión perfecta y un 0 indica una 
imprecisión perfecta.

AUC

La métrica del área bajo la curva (AUC) se utiliza para comparar y evaluar la clasificación binaria 
mediante algoritmos que devuelven probabilidades, como la regresión logística. Para mapear las 
probabilidades en clasificaciones, estas se comparan con un valor umbral.

La curva relevante es la curva característica de funcionamiento del receptor. La curva traza la 
tasa de positivos verdaderos (TPR) de las predicciones (o exhaustividad) en comparación con la 
tasa de falsos positivos (FPR) en función del valor umbral, por encima del cual una predicción se 
considera positiva. Si se aumenta el umbral, se obtienen menos falsos positivos, pero más falsos 
negativos.
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El AUC es el área bajo la curva característica de funcionamiento de este receptor. Por lo tanto, 
el AUC proporciona una medida agregada del rendimiento del modelo en todos los umbrales de 
clasificación posibles. Las puntuaciones del AUC varían entre 0 y 1. Una puntuación de 1 indica 
una precisión perfecta y una puntuación de la mitad (0,5) indica que la predicción no es mejor que 
la de un clasificador aleatorio.

BalancedAccuracy

BalancedAccuracy es una métrica que mide la relación entre las predicciones precisas y todas 
las predicciones. Esta relación se calcula después de normalizar los positivos verdaderos (TP) y 
los negativos verdaderos (TN) mediante el número total de valores positivos (P) y negativos (N). 
Se utiliza tanto en la clasificación binaria como en la multiclase y se define como 0,5 * ((TP/P) + 
(TN/N)), con valores que van de 0 a 1. BalancedAccuracy proporciona una mejor medida de la 
precisión cuando el número de positivos o negativos es muy diferente entre sí en un conjunto de 
datos desequilibrado; por ejemplo, cuando solo el 1 % del correo electrónico es no deseado.

F1

La puntuación F1 es la media armónica de la precisión y la exhaustividad, que se define como F1 
= 2 * (precisión * exhaustividad)/(precisión + exhaustividad). Se utiliza para la clasificación binaria 
en clases denominadas tradicionalmente positivas y negativas. Se dice que las predicciones son 
verdaderas cuando coinciden con su clase real (correcta) y falsas cuando no coinciden.

La precisión es la relación entre las predicciones positivas verdaderas y todas las predicciones 
positivas, e incluye los falsos positivos de un conjunto de datos. La precisión mide la calidad de la 
predicción cuando predice la clase positiva.

La exhaustividad (o sensibilidad) es la relación entre las predicciones positivas verdaderas y 
todas las instancias positivas reales. La exhaustividad mide la precisión con la que un modelo 
predice los miembros reales de la clase en un conjunto de datos.

Las puntuaciones de F1 varían entre 0 y 1. Una puntuación de 1 indica el mejor rendimiento 
posible y 0 indica el peor.

F1macro

La puntuación de F1macro aplica la puntuación de F1 en los problemas de clasificación 
multiclase. Para ello, calcula la precisión y la recuperación; luego, calcula la media armónica para 
calcular la puntuación de F1 de cada clase. Por último, F1macro promedia las puntuaciones 
individuales para obtener la puntuación de F1macro. Las puntuaciones F1macro varían entre 0 y 
1. Una puntuación de 1 indica el mejor rendimiento posible y 0 indica el peor.
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InferenceLatency

La latencia de inferencia es el tiempo aproximado que transcurre entre solicitar una predicción de 
modelo y recibirla desde un punto de conexión en tiempo real en el que se implementa el modelo. 
Esta métrica se mide en segundos y solo está disponible en el modo de ensamblaje.

LogLoss

La pérdida logarítmica, también conocida como pérdida de entropía cruzada, es una métrica 
que se utiliza para evaluar la calidad de las salidas probabilísticas, en lugar de las propias 
salidas. Se utiliza tanto para la clasificación binaria como para la clasificación multiclase en redes 
neuronales. También es la función de coste de la regresión logística. La pérdida logarítmica es 
una métrica importante para indicar, con una alta probabilidad, el momento en el que un modelo 
hace predicciones incorrectas. Los valores están comprendidos entre 0 e infinito. Un valor de 0 
representa un modelo que predice perfectamente los datos.

MAE

El error absoluto medio (MAE) es una medida de la diferencia entre los valores pronosticados 
y reales cuando se promedian entre todos los valores. El MAE se utiliza habitualmente en el 
análisis de regresión para comprender el error de predicción del modelo. Si hay regresión lineal, 
el MAE representa la distancia promedio desde una línea pronosticada hasta el valor real. El MAE 
se define como la suma de los errores absolutos dividida por el número de observaciones. Los 
valores van desde 0 hasta el infinito, y los números más pequeños indican un mejor ajuste del 
modelo a los datos.

MSE

El error cuadrático medio (MSE) es el promedio de las diferencias cuadráticas entre los valores 
pronosticados y reales. Se usa para la regresión. Los valores de MSE son siempre positivos. 
Cuanto mejor prediga los valores reales un modelo, menor será el valor de MSE.

Precision

La precisión mide el rendimiento de un algoritmo al predecir los verdaderos positivos (TP) de 
entre todos los positivos que identifica. Se define como Precisión = TP/(TP+FP); los valores van 
de cero (0) a uno (1) y se utiliza en la clasificación binaria. La precisión es una métrica importante 
cuando el coste de un falso positivo es elevado. Por ejemplo, el coste de un falso positivo es muy 
elevado si el sistema de seguridad de un avión se equivoca al decir que es seguro volar. Un falso 
positivo (FP) refleja una predicción positiva que, en realidad, es negativa en los datos.
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PrecisionMacro

La macro de precisión calcula la precisión de los problemas de clasificación multiclase. Para 
ello, calcula la precisión de cada clase y promedia las puntuaciones para obtener la precisión 
de varias clases. Las puntuaciones de PrecisionMacro van de cero (0) a uno (1). Las 
puntuaciones más altas reflejan la capacidad del modelo para predecir positivos verdaderos (TP) 
a partir de todos los positivos que identifica, promediados en varias clases.

R2

El R 2, también conocido como coeficiente de determinación, se utiliza en la regresión para 
cuantificar en qué medida un modelo puede explicar la varianza de una variable dependiente. 
Los valores oscilan entre uno (1) y menos uno (-1). Los números más altos indican una fracción 
más alta de la variabilidad explicada. Los valores de R2 cercanos a cero (0) indican que el modelo 
puede explicar muy poco sobre la variable dependiente. Los valores negativos indican que hay un 
ajuste deficiente y que el rendimiento del modelo es superado por una función constante. En el 
caso de la regresión lineal, se trata de una línea horizontal.

Recall

La exhaustividad mide el rendimiento de un algoritmo a la hora de predecir correctamente todos 
los positivos verdaderos (TP) de un conjunto de datos. Un positivo verdadero es una predicción 
positiva que también es un valor positivo real en los datos. La exhaustividad se define de la 
siguiente manera: Exhaustividad = TP/(TP+FN), con valores que van de 0 a 1. Las puntuaciones 
más altas reflejan una mejor capacidad del modelo para predecir los verdaderos positivos (TP) en 
los datos. Se utiliza en la clasificación binaria.

La exhaustividad es importante en las pruebas de detección de cáncer, ya que se utiliza para 
encontrar todos los positivos verdaderos. Un falso positivo (FP) refleja una predicción positiva 
que, en realidad, es negativa en los datos. A menudo no basta con medir solo la exhaustividad, 
ya que, si se predice cada salida como un verdadero positivo, se obtiene una puntuación de 
exhaustividad perfecta.

RecallMacro

La RecallMacro calcula la exhaustividad para problemas de clasificación multiclase 
calculando la exhaustividad para cada clase y promediando las puntuaciones a fin de obtener 
la exhaustividad de varias clases. Las puntuaciones de RecallMacro van del 0 al 1. Las 
puntuaciones más altas reflejan la capacidad del modelo para predecir positivos verdaderos (TP) 
en un conjunto de datos, mientras que un resultado positivo verdadero refleja una predicción 
positiva que también es un valor positivo real en los datos. A menudo, no basta con medir solo 
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la exhaustividad, ya que, si se predice cada salida como un verdadero positivo, se obtiene una 
puntuación de exhaustividad perfecta.

RMSE

La raíz del error cuadrático medio (RMSE) mide la raíz cuadrada de la diferencia cuadrática 
entre los valores pronosticados y los reales, y se promedia sobre todos los valores. Se utiliza 
en el análisis de regresión para comprender el error de predicción del modelo. Es una métrica 
importante para indicar la presencia de valores atípicos y errores de modelo grandes. Los valores 
van desde cero (0) hasta infinito, y los números más pequeños indican el modelo que se ajusta 
mejor a los datos. El RMSE depende de la escala y no debe usarse para comparar conjuntos de 
datos de diferentes tamaños.

Las métricas que se calculan automáticamente para un candidato a modelo vienen determinadas por 
el tipo de problema que se está abordando.

• Regresión: InferenceLatency, MAE, MSE, R2, RMSE

• Clasificación binaria: Accuracy, AUC, BalancedAccuracy, F1, InferenceLatency, LogLoss,
Precision, Recall

• Clasificación multiclase: Accuracy, BalancedAccuracy, F1macro, InferenceLatency,
LogLoss, PrecisionMacro, RecallMacro

Métricas ponderadas en Piloto automático

Note

Piloto automático solo admite ponderaciones de muestra en el modo de ensamblaje 
y para todas las métricas disponibles, con la excepción de Balanced Accuracy y
InferenceLatency. BalanceAccuracy viene con su propio esquema de ponderación 
para conjuntos de datos desequilibrados que no requieren ponderaciones de muestra.
InferenceLatency no admite ponderaciones de muestra. Las métricas objetivo Balanced 
Accuracy y InferenceLatency ignoran las ponderaciones de muestra existentes al 
entrenar y evaluar un modelo.

Los usuarios pueden añadir una columna de ponderaciones de muestra a sus datos para garantizar 
que cada observación utilizada para entrenar un modelo de machine learning reciba una ponderación 
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correspondiente a su importancia percibida para el modelo. Esto resulta especialmente útil 
en escenarios en los que las observaciones del conjunto de datos tienen distintos grados de 
importancia, o cuando un conjunto de datos contiene un número desproporcionado de muestras 
de una clase en comparación con otras. La asignación de una ponderación a cada observación 
en función de su importancia, o mayor importancia, para una clase minoritaria puede mejorar el 
rendimiento general del modelo o garantizar que este no esté sesgado hacia la clase mayoritaria.

Para obtener información sobre cómo pasar los pesos de las muestras al crear un experimento 
en la interfaz de usuario de Studio Classic, consulte el paso 7 de Crear un experimento de piloto 
automático con Studio Classic.

Para obtener información sobre cómo pasar las ponderaciones de muestra mediante programación 
al crear un experimento de Piloto automático mediante la API, consulte How to add sample weights 
to an AutoML job en Create an Autopilot experiment programmatically.

Validación cruzada en Piloto automático

La validación cruzada se utiliza para reducir el sobreajuste y el sesgo en la selección del modelo. 
También se usa para evaluar el rendimiento de un modelo al predecir los valores de un conjunto 
de datos de validación no observable si el conjunto de datos de validación se extrae de la misma 
población. Este método es especialmente importante cuando se entrena con conjuntos de datos que 
tienen un número limitado de instancias de entrenamiento.

Piloto automático utiliza la validación cruzada para crear modelos en la optimización de 
hiperparámetros (HPO) y en el modo de entrenamiento por ensamblaje. El primer paso del proceso 
de validación cruzada con Piloto automático consiste en dividir los datos en k particiones.

División en k-particiones

La división en k-particiones es un método que separa un conjunto de datos de entrenamiento de 
entrada en varios conjuntos de datos de entrenamiento y validación. El conjunto de datos se divide 
en k submuestras del mismo tamaño, denominadas particiones. Luego, los modelos se entrenan en
k-1 particiones y se prueban comparándolos con la partición número k restante, que es el conjunto de 
datos de validación. El proceso se repite k veces utilizando un conjunto de datos diferente para la 
validación.

La siguiente imagen muestra la división de k particiones con k = 4 particiones. Cada partición se 
representa como una fila. Los recuadros de tonos oscuros representan las partes de los datos 
utilizadas en el entrenamiento. Los recuadros restantes, en tonos claros, indican los conjuntos de 
datos de validación.
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Piloto automático utiliza la validación cruzada de k-particiones tanto en el modo de optimización de 
hiperparámetros (HPO) como en el de ensamblaje.

Puede implementar modelos de piloto automático creados mediante validación cruzada como lo 
haría con cualquier otro modelo o piloto automático. SageMaker

Modo HPO

La validación cruzada en k-particiones utiliza el método de división k-particiones para la validación 
cruzada. En el modo HPO, Piloto automático implementa automáticamente la validación cruzada de 
k-particiones para conjuntos de datos pequeños con 50 000 instancias de entrenamiento o menos. 
Realizar una validación cruzada es especialmente importante cuando se entrena con conjuntos de 
datos pequeños, ya que protege contra el sobreajuste y el sesgo de selección.

El modo HPO utiliza un valor k de 5 en cada uno de los algoritmos candidatos que se utilizan para 
modelar el conjunto de datos. Varios modelos se entrenan en diferentes divisiones y los modelos se 
almacenan por separado. Cuando se completa el entrenamiento, las métricas de validación de cada 
uno de los modelos se promedian para producir una única métrica de estimación. Por último, Piloto 
automático combina los modelos de la prueba con la mejor métrica de validación en un modelo de 
ensamblaje. Piloto automático utiliza este modelo de ensamblaje para hacer predicciones.

La métrica de validación de los modelos entrenados por Piloto automático se presenta como métrica 
objetivo en la tabla de clasificación de modelos. Piloto automático utiliza la métrica de validación 
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predeterminada para cada tipo de problema que gestiona, a menos que especifique lo contrario. 
Para ver una lista de todas las métricas que Piloto automático utiliza, consulte Métricas de Piloto 
automático.

Por ejemplo, el conjunto de datos Boston Housing contiene solo 861 muestras. Si crea un modelo 
para predecir los precios de venta de viviendas utilizando este conjunto de datos sin validación 
cruzada, corre el riesgo de utilizar un conjunto de datos que no sea representativo del mercado 
inmobiliario en Boston. Si divide los datos solo una vez en subconjuntos de entrenamiento y 
validación, es posible que la partición de entrenamiento solo contenga datos principalmente de las 
afueras. Como resultado, el entrenamiento se llevaría a cabo con datos que no son representativos 
del resto de la ciudad. En este ejemplo, es probable que su modelo se sobreajuste a esta selección 
sesgada. La validación cruzada de k-particiones puede reducir el riesgo de este tipo de error al 
hacer un uso completo y aleatorio de los datos disponibles, tanto para el entrenamiento como para la 
validación.

La validación cruzada puede aumentar los tiempos de entrenamiento en un promedio del 20 %. Los 
tiempos de entrenamiento también pueden aumentar significativamente en el caso de conjuntos de 
datos complejos.

Note

En el modo HPO, puedes ver las métricas de entrenamiento y validación de cada pliegue 
de tus registros. /aws/sagemaker/TrainingJobs CloudWatch Para obtener más 
información sobre CloudWatch los registros, consulteRegistra SageMaker los eventos de 
Amazon con Amazon CloudWatch.

Modo de ensamblaje

Note

Piloto automático admite las ponderaciones de muestra en el modo de ensamblaje. Para 
obtener la lista de métricas compatibles con las ponderaciones de muestra, consulte Métricas 
de Piloto automático.

En el modo de ensamblaje, la validación cruzada se realiza independientemente del tamaño del 
conjunto de datos. Los clientes pueden proporcionar su propio conjunto de datos de validación y una 
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tasa de división de datos personalizada o dejar que Piloto automático divida el conjunto de datos 
automáticamente con una tasa de división 80-20 %. A continuación, los datos de entrenamiento se 
dividen en k dos para realizar una validación cruzada, donde el motor k determina el AutoGluon valor 
de. Un conjunto consta de varios modelos de machine learning, cada uno de los cuales se denomina 
modelo base. Un único modelo base se basa en (k-1) pliegues y hace out-of-fold predicciones en 
el pliegue restante. Este proceso se repite para todos los k pliegues y las predicciones out-of-fold 
(OOF) se concatenan para formar un único conjunto de predicciones. Todos los modelos base del 
conjunto siguen este mismo proceso de generación de predicciones OOF.

La siguiente imagen muestra la división de k particiones, con k = 4 particiones. Cada partición se 
representa como una fila. Los recuadros de tonos oscuros representan las partes de los datos 
utilizadas en el entrenamiento. Los recuadros restantes, en tonos claros, indican los conjuntos de 
datos de validación.

En la parte superior de la imagen, en cada partición, el primer modelo base hace predicciones sobre 
el conjunto de datos de validación después de entrenar a los conjuntos de datos de entrenamiento. 
En cada partición posterior, los conjuntos de datos cambian de rol. Un conjunto de datos que antes 
se utilizaba para el entrenamiento ahora se utiliza para la validación y viceversa. Al final de los
k pliegues, todas las predicciones se concatenan para formar un único conjunto de predicciones 
denominado predicción (OOF). out-of-fold Este proceso se repite para todos los modelos base n.

Luego, las predicciones OOF para cada modelo base se utilizan como características para entrenar 
un modelo de apilamiento. El modelo de apilamiento aprende las ponderaciones de importancia de 
cada modelo base. Estas ponderaciones se utilizan para combinar las predicciones OOF a fin de 
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formar la predicción final. El rendimiento del conjunto de datos de validación determina qué modelo 
base o de apilamiento es el mejor, y este modelo se devuelve como modelo final.

En el modo de ensamblaje, puede proporcionar su propio conjunto de datos de validación o dejar 
que Piloto automático divida el conjunto de datos de entrada automáticamente (80 % entrenamiento 
y 20 % validación). A continuación, los datos de entrenamiento se dividen en k particiones para la 
validación cruzada, y generan una predicción OOF y un modelo base para cada partición.

Estas predicciones OOF se utilizan como características para entrenar un modelo de apilamiento, 
que aprende a la vez las ponderaciones de cada modelo base. Estas ponderaciones se utilizan 
para combinar las predicciones OOF a fin de formar la predicción final. Los conjuntos de datos de 
validación de cada partición se utilizan para ajustar los hiperparámetros de todos los modelos base y 
del modelo de apilamiento. El rendimiento del conjunto de datos de validación determina qué modelo 
base o de apilamiento es el mejor, y este modelo se devuelve como modelo final.

Implementación y SageMaker predicción del modelo Amazon Autopilot

Esta guía de Amazon SageMaker Autopilot incluye los pasos para la implementación de modelos, la 
configuración de la inferencia en tiempo real y la ejecución de la inferencia con trabajos por lotes.

Después de entrenar los modelos en Piloto automático, puede implementarlos para obtener 
predicciones de una de las dos formas siguientes:

1. Utilice Inferencia en tiempo real para configurar un punto de conexión y obtener predicciones de 
forma interactiva.

2. Utilice Inferencia por lotes para hacer predicciones en paralelo en lotes de observaciones de un 
conjunto de datos completo.

Note

Para evitar incurrir en cargos innecesarios, cuando los recursos y puntos de conexión que ha 
creado a partir de la implementación del modelo ya no sean necesarios, puede eliminarlos. 
Para obtener información sobre los precios de las instancias por región, consulta Amazon 
SageMaker Pricing.
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Inferencia en tiempo real

La inferencia en tiempo real es idónea para cargas de trabajo de inferencia con requisitos en tiempo 
real, interactivos y de baja latencia. Esta sección le muestra cómo puede usar la inferencia en tiempo 
real para obtener predicciones de forma interactiva a partir de su modelo.

Para implementar el modelo que produjo la mejor métrica de validación en un experimento de 
Piloto automático, tiene varias opciones. Por ejemplo, si utiliza el piloto automático en SageMaker 
Studio Classic, puede implementar el modelo de forma automática o manual. También puede usar 
SageMaker las API para implementar manualmente un modelo de piloto automático.

Las siguientes pestañas muestran tres opciones para implementar el modelo. En estas instrucciones, 
se da por sentado que ya ha creado un modelo con Piloto automático. Si no dispone de un modelo, 
consulte Cree un trabajo de regresión o clasificación para datos tabulares mediante la API AutoML. 
Para ver ejemplos de cada opción, abra cada pestaña.

Implementación con la interfaz de usuario (IU) de Piloto automático

La interfaz de usuario de Piloto automático contiene útiles menús desplegables, botones, información 
sobre herramientas, etc. que le guiarán por la implementación del modelo. Puede realizar la 
implementación de forma automática o manual.

• Implementación automática: para implementar automáticamente el mejor modelo de un 
experimento de Piloto automático en un punto de conexión

1. Cree un experimento en SageMaker Studio Classic.

2. Cambie el valor de Implementación automática a Sí.

Note

La implementación automática fallará si la cuota de recursos predeterminada o la cuota 
de clientes para las instancias de puntos de conexión de una región son demasiado 
limitadas. En el modo de optimización de hiperparámetros (HPO), debe tener al menos 
dos instancias ml.m5.2xlarge. En el modo de ensamblaje, debe tener al menos una 
instancia ml.m5.12xlarge. Si se produce un error relacionado con las cuotas, puede
solicitar un aumento del límite de servicio para las instancias de SageMaker punto final.

• Implementación manual: para implementar manualmente el mejor modelo de un experimento de 
Piloto automático en un punto de conexión

1. Cree un experimento en SageMaker Studio Classic.
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2. Cambie el valor de Implementación automática a No.

3. En Nombre del modelo, seleccione el modelo que desea implementar.

4. Seleccione el botón naranja Implementación y configuración avanzada, situado a la derecha de 
la clasificación. Se abrirá una nueva pestaña.

5. Configure el nombre del punto de conexión, el tipo de instancia y otros datos opcionales.

6. Seleccione el Modelo de implementación naranja para implementarlo en un punto de conexión.

7. Compruebe el progreso del proceso de creación de puntos de conexión en https:// 
console.aws.amazon.com/sagemaker/ yendo a la sección Puntos de conexión. Esa sección se 
encuentra en el menú desplegable Inferencia del panel de navegación.

8. Cuando el estado del punto final cambie de Crear a InService, como se muestra a continuación, 
vuelva a Studio Classic e invoque el punto final.

Implemente mediante API SageMaker

También puede obtener inferencias en tiempo real implementando su modelo mediante llamadas a 
API. En esta sección, se muestran los cinco pasos de este proceso mediante fragmentos de código 
AWS Command Line Interface (AWS CLI).

Para ver ejemplos de código completos para ambos comandos de la AWS CLI y del SDK de AWS de 
Python (boto3), abra las pestañas siguiendo estos pasos.

1. Obtener las definiciones de candidatos

Obtenga las definiciones de contenedores candidatos en InferenceContainers. Estas definiciones 
candidatas se utilizan para crear un SageMaker modelo.
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En el siguiente ejemplo, se utiliza la API DescribeAutoMLJob para obtener definiciones de 
candidatos para el mejor modelo candidato. Observe el siguiente comando AWS CLI como 
ejemplo.

aws sagemaker describe-auto-ml-job --auto-ml-job-name <job-name> --region <region>

2. Enumerar los candidatos

En el siguiente ejemplo, se utiliza la API ListCandidatesForAutoMLJob para enumerar todos los 
candidatos. Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

3. Crea un modelo SageMaker

Utilice las definiciones de contenedor de los pasos anteriores para crear un SageMaker modelo 
mediante la CreateModelAPI. Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker create-model --model-name '<your-custom-model-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

4. Crear la configuración de un punto de conexión

En el siguiente ejemplo, se utiliza la CreateEndpointConfigAPI para crear una configuración de 
punto final. Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker create-endpoint-config --endpoint-config-name '<your-custom-endpoint-
config-name>' \ 
                    --production-variants '<list-of-production-variants>' \ 
                    --region '<region>'

5. Crear el punto de conexión

En el siguiente AWS CLI ejemplo, se utiliza la CreateEndpointAPI para crear el punto final.

aws sagemaker create-endpoint --endpoint-name '<your-custom-endpoint-name>' \ 
                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
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                    --region '<region>'

Compruebe el progreso de la implementación de su punto final mediante la DescribeEndpointAPI. 
Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Cuando EndpointStatus cambie a InService, el punto de conexión estará listo para usarse 
en la inferencia en tiempo real.

6. Invocar al punto de conexión

La siguiente estructura de comandos invoca el punto de conexión para realizar inferencias en 
tiempo real.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
                  --region '<region>' --body '<your-data>' [--content-type] 
 '<content-type>' <outfile>

Las siguientes pestañas contienen ejemplos de código completos para implementar un modelo con 
el SDK de AWS para Python (boto3) o la AWS CLI.

AWS SDK for Python (boto3)

1. Obtenga las definiciones de candidatos con el siguiente ejemplo de código.

import sagemaker  
import boto3

session = sagemaker.session.Session()

sagemaker_client = boto3.client('sagemaker', region_name='us-west-2')
job_name = 'test-auto-ml-job'

describe_response = sm_client.describe_auto_ml_job(AutoMLJobName=job_name)
# extract the best candidate definition from DescribeAutoMLJob response
best_candidate = describe_response['BestCandidate']
# extract the InferenceContainers definition from the caandidate definition
inference_containers = best_candidate['InferenceContainers']

2. Cree el modelo con el siguiente ejemplo de código.
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# Create Model
model_name = 'test-model'  
sagemaker_role = 'arn:aws:iam:444455556666:role/sagemaker-execution-role'
create_model_response = sagemaker_client.create_model( 
   ModelName = model_name, 
   ExecutionRoleArn = sagemaker_role, 
   Containers = inference_containers  
)        

3. Cree la configuración de punto de conexión con el siguiente ejemplo de código.

endpoint_config_name = 'test-endpoint-config' 
                                                         
instance_type = 'ml.m5.2xlarge'  
# for all supported instance types, see  
# https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_ProductionVariant.html#sagemaker-Type-ProductionVariant-InstanceType    # 
 Create endpoint config

endpoint_config_response = sagemaker_client.create_endpoint_config( 
   EndpointConfigName=endpoint_config_name,  
   ProductionVariants=[ 
       { 
           "VariantName": "variant1", 
           "ModelName": model_name,  
           "InstanceType": instance_type, 
           "InitialInstanceCount": 1
       } 
   ]
)

print(f"Created EndpointConfig: {endpoint_config_response['EndpointConfigArn']}")  
                

4. Cree el punto de conexión e implemente el modelo con el siguiente ejemplo de código.

# create endpoint and deploy the model
endpoint_name = 'test-endpoint'
create_endpoint_response = sagemaker_client.create_endpoint( 
                                            EndpointName=endpoint_name,  
                                            
 EndpointConfigName=endpoint_config_name)
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print(create_endpoint_response)                  

Compruebe el estado de la creación del punto de conexión mediante el siguiente ejemplo de 
código.

# describe endpoint creation status
status = sagemaker_client.describe_endpoint(EndpointName=endpoint_name)
["EndpointStatus"]                     

5. Invoque el punto de conexión para realizar inferencias en tiempo real con la siguiente 
estructura de comandos.

# once endpoint status is InService, you can invoke the endpoint for inferencing
if status == "InService": 
  sm_runtime = boto3.Session().client('sagemaker-runtime') 
  inference_result = sm_runtime.invoke_endpoint(EndpointName='test-endpoint', 
 ContentType='text/csv', Body='1,2,3,4,class')     

AWS Command Line Interface (AWS CLI)

1. Obtenga las definiciones de candidatos con el siguiente ejemplo de código.

aws sagemaker describe-auto-ml-job --auto-ml-job-name 'test-automl-job' --
region us-west-2

2. Cree el modelo con el siguiente ejemplo de código.

aws sagemaker create-model --model-name 'test-sagemaker-model'
--containers '[{ 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3", DOC-EXAMPLE-BUCKET1
    "ModelDataUrl": "s3://DOC-EXAMPLE-BUCKET/output/model.tar.gz", 
    "Environment": { 
        "AUTOML_SPARSE_ENCODE_RECORDIO_PROTOBUF": "1", 
        "AUTOML_TRANSFORM_MODE": "feature-transform", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "application/x-recordio-protobuf", 
        "SAGEMAKER_PROGRAM": "sagemaker_serve", 
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code" 
    }
}, { 
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    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
xgboost:1.3-1-cpu-py3", 
    "ModelDataUrl": "s3://DOC-EXAMPLE-BUCKET/output/model.tar.gz", 
    "Environment": { 
        "MAX_CONTENT_LENGTH": "20971520", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv", 
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,probabilities"  
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3", aws-region
    "ModelDataUrl": "s3://DOC-EXAMPLE-BUCKET/output/model.tar.gz",  
    "Environment": {  
        "AUTOML_TRANSFORM_MODE": "inverse-label-transform",  
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv",  
        "SAGEMAKER_INFERENCE_INPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,labels,probabilities",  
        "SAGEMAKER_PROGRAM": "sagemaker_serve",  
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code" 
    }  
}]' \
--execution-role-arn 'arn:aws:iam::1234567890:role/sagemaker-execution-role' \  
--region 'us-west-2'

Para obtener más información, consulte creación de un modelo.

El comando create model devolverá una respuesta con el siguiente formato.

{ 
    "ModelArn": "arn:aws:sagemaker:us-west-2:1234567890:model/test-sagemaker-
model"
}

3. Cree la configuración de punto de conexión con el siguiente ejemplo de código.

aws sagemaker create-endpoint-config --endpoint-config-name 'test-endpoint-config' 
 \
--production-variants '[{"VariantName": "variant1",  
                        "ModelName": "test-sagemaker-model", 
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                        "InitialInstanceCount": 1, 
                        "InstanceType": "ml.m5.2xlarge" 
                       }]' \
--region us-west-2 

El comando create endpoint devolverá una respuesta con el siguiente formato.

{ 
    "EndpointConfigArn": "arn:aws:sagemaker:us-west-2:1234567890:endpoint-config/
test-endpoint-config"
}

4. Cree un punto de conexión con el siguiente ejemplo de código.

aws sagemaker create-endpoint --endpoint-name 'test-endpoint' \     
--endpoint-config-name 'test-endpoint-config' \                  
--region us-west-2

El comando create endpoint devolverá una respuesta con el siguiente formato.

{ 
    "EndpointArn": "arn:aws:sagemaker:us-west-2:1234567890:endpoint/test-endpoint"
}

Compruebe el progreso de la implementación del punto de conexión mediante el siguiente 
ejemplo de código describe-endpoint de la CLI.

aws sagemaker describe-endpoint --endpoint-name 'test-endpoint' --region us-west-2

La comprobación de progreso anterior devolverá una respuesta con el siguiente formato.

{ 
    "EndpointName": "test-endpoint", 
    "EndpointArn": "arn:aws:sagemaker:us-west-2:1234567890:endpoint/test-
endpoint", 
    "EndpointConfigName": "test-endpoint-config", 
    "EndpointStatus": "Creating", 
    "CreationTime": 1660251167.595, 
    "LastModifiedTime": 1660251167.595
}
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Cuando EndpointStatus cambie a InService, el punto de conexión estará listo para 
usarse en la inferencia en tiempo real.

5. Invoque el punto de conexión para realizar inferencias en tiempo real con la siguiente 
estructura de comandos.

aws sagemaker-runtime invoke-endpoint --endpoint-name 'test-endpoint' \
--region 'us-west-2' \
--body '1,51,3.5,1.4,0.2' \
--content-type 'text/csv' \
'/tmp/inference_output'

Para ver más opciones, consulte invocar un punto de conexión.

Implementar modelos desde diferentes cuentas

Puede implementar un modelo de Piloto automático desde una cuenta diferente a la cuenta original 
en la que se generó el modelo. Para la implementación de un modelo entre cuentas, esta sección 
muestra cómo hacer lo siguiente:

1. Conceder permiso a la cuenta de implementación

Para asumir el rol en la cuenta generadora, debe concederle permiso a la cuenta de la 
implementación. Esto permite que la cuenta de implementación describa las tareas de Piloto 
automático en la cuenta generadora.

En el siguiente ejemplo, se utiliza una cuenta generadora con una entidad sagemaker-role de 
confianza. En el ejemplo se muestra cómo conceder permiso a una cuenta de implementación con 
el identificador 111122223333 para que asuma el rol de cuenta generadora.

"Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "sagemaker.amazonaws.com" 
                ], 
                "AWS": [ "111122223333"] 
            }, 
            "Action": "sts:AssumeRole" 
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        }

La nueva cuenta con el identificador 111122223333 ahora puede asumir el rol de cuenta 
generadora.

A continuación, llame a la API DescribeAutoMLJob desde la cuenta de implementación para 
obtener una descripción del trabajo creado por la cuenta generadora.

En el siguiente ejemplo de código, se describe el modelo de la cuenta de implementación.

import sagemaker  
import boto3
session = sagemaker.session.Session()

sts_client = boto3.client('sts')
sts_client.assume_role

role = 'arn:aws:iam::111122223333:role/sagemaker-role'
role_session_name = "role-session-name"
_assumed_role = sts_client.assume_role(RoleArn=role, 
 RoleSessionName=role_session_name)

credentials = _assumed_role["Credentials"]
access_key = credentials["AccessKeyId"]
secret_key = credentials["SecretAccessKey"]
session_token = credentials["SessionToken"]

session = boto3.session.Session() 
         
sm_client = session.client('sagemaker', region_name='us-west-2',  
                           aws_access_key_id=access_key, 
                            aws_secret_access_key=secret_key, 
                            aws_session_token=session_token)

# now you can call describe automl job created in account A  

job_name = "test-job"
response= sm_client.describe_auto_ml_job(AutoMLJobName=job_name)

2. Otorgar permiso para que la cuenta de implementación pueda acceder a los artefactos del modelo 
en la cuenta generadora.
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La cuenta de implementación solo necesita acceso a los artefactos del modelo en la cuenta 
generadora para la implementación. Se encuentran en el S3 OutputPath que se especificó en la 
llamada a la CreateAutoMLJob API original durante la generación del modelo.

Para que la cuenta de implementación tenga acceso a los artefactos del modelo, elija una de las 
siguientes opciones:

a. Darle acceso a la ModelDataUrl desde la cuenta generadora a la cuenta de implementación.

Luego, otórguele a la cuenta de implementación el permiso necesario para que asuma el rol. 
Siga los pasos de inferencia en tiempo real para la implementación.

b. Copie los artefactos del modelo del S3 original de la cuenta generadora OutputPath a la cuenta 
generadora.

Para permitir el acceso a los artefactos del modelo, debe definir un modelo best_candidate
y reasignar los contenedores del modelo a la nueva cuenta.

El siguiente ejemplo muestra cómo definir un modelo best_candidate y reasignar la
ModelDataUrl.

best_candidate = automl.describe_auto_ml_job()['BestCandidate']

# reassigning ModelDataUrl for best_candidate containers below
new_model_locations = ['new-container-1-ModelDataUrl', 'new-container-2-
ModelDataUrl', 'new-container-3-ModelDataUrl']
new_model_locations_index = 0
for container in best_candidate['InferenceContainers']: 
    container['ModelDataUrl'] = new_model_locations[new_model_locations_index++]   
       

Tras esta asignación de contenedores, siga los pasos de Implemente mediante API SageMaker
para la implementación.

A fin de crear una carga mediante inferencias en tiempo real, consulte el cuaderno de ejemplo para
definir una carga de prueba. Para crear la carga a partir de un archivo CSV e invocar un punto de 
conexión, consulte la sección Haga predicciones con su modelo en Cree un modelo de machine 
learning de inmediato.
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Inferencia por lotes

La inferencia por lotes, también conocida como inferencia fuera de línea, genera predicciones de 
modelos a partir de un lote de observaciones. La inferencia por lotes es una buena opción para 
conjuntos de datos grandes o si no necesita una respuesta inmediata a una solicitud de predicción 
del modelo.

Por el contrario, la inferencia en línea (inferencia en tiempo real) genera predicciones en tiempo real.

Puede realizar inferencias por lotes a partir de un modelo de piloto automático mediante el SDK de 
SageMaker Python, la interfaz de usuario (UI) del piloto automático, el SDK AWSpara Python (boto3) 
o (). AWS Command Line Interface AWS CLI

Las siguientes pestañas muestran tres opciones para implementar el modelo: las API, la interfaz 
de usuario de Piloto automático o las API para implementar desde diferentes cuentas. En estas 
instrucciones, se da por sentado que ya ha creado un modelo con Piloto automático. Si no dispone 
de un modelo, consulte Cree un trabajo de regresión o clasificación para datos tabulares mediante la 
API AutoML. Para ver ejemplos de cada opción, abra cada pestaña.

Implementar un modelo con la interfaz de usuario de Piloto automático

La interfaz de usuario de Piloto automático contiene útiles menús desplegables, botones, información 
sobre herramientas, etc. que le guiarán por la implementación del modelo.

Los siguientes pasos muestran cómo implementar un modelo de un experimento de Piloto 
automático para predicciones por lotes.

1. Inicie sesión en https://console.aws.amazon.com/sagemaker/ y seleccione Studio en el panel de 
navegación.

2. En el panel de navegación izquierdo, seleccione Studio.

3. En Introducción, seleccione el dominio en el que quiera iniciar la aplicación de Studio. Si su perfil 
de usuario solo pertenece a un dominio, no verá la opción para seleccionar un dominio.

4. Seleccione el perfil de usuario para el que desee iniciar la aplicación Studio Classic. Si no hay 
ningún perfil de usuario en el dominio, seleccione Crear perfil de usuario. Para obtener más 
información, consulte Add and Remove User Profiles.

5. Seleccione Lanzar Studio. Si el perfil de usuario pertenece a un espacio compartido, elija Abrir 
espacios.

6. Cuando se abra la consola de SageMaker Studio Classic, pulse el botón Iniciar SageMaker Studio.
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7. Seleccione AutoML en el panel de navegación izquierdo.

8. En Nombre, seleccione el experimento de Piloto automático correspondiente al modelo que desee 
implementar. Se abrirá una nueva pestaña TRABAJO DE PILOTO AUTOMÁTICO.

9. En la sección Nombre del modelo, seleccione el modelo que desee eliminar.

10.Elija Deploy model (Implementar modelo). Se abrirá una nueva pestaña.

11.Seleccione Hacer predicciones por lotes en la parte superior de la página.

12.En Configuración del trabajo de transformación por lotes, introduzca el Tipo de instancia, el
Recuento de instancias y otros datos opcionales.

13.En la sección Configuración de datos de entrada, abra el menú desplegable.

a. Para el tipo de datos S3, elija ManifestFileo S3Prefix.

b. En Tipo de división, seleccione Línea, RecordIO, TFRecord o Ninguno.

c. En Compresión, elija Gzip o Ninguno.

14.En Ubicación de S3, introduzca la ubicación del bucket de Amazon S3 de los datos de entrada y 
otros datos opcionales.

15.En Configuración de datos de salida, introduzca el bucket de S3 para los datos de salida y elija 
cómo ensamblar la salida de su trabajo.

a. En Configuración adicional (opcional), puede introducir un tipo de MIME y una Clave de cifrado 
de S3.

16.En Filtrado de entrada o salida y combinaciones de datos (opcional), debe introducir una 
expresión JSONpath para filtrar los datos de entrada, unir los datos de origen de entrada con los 
datos de salida e introducir una expresión JSONpath para filtrar los datos de salida.

a. Para ver ejemplos de cada tipo de filtro, consulta la API. DataProcessing

17.Para realizar predicciones por lotes en su conjunto de datos de entrada, seleccione Crear trabajo 
de transformación por lotes. Aparecerá una nueva pestaña Trabajos de transformación por lotes.

18.En la pestaña Trabajos de transformación por lotes, busque el nombre de su trabajo en la sección
Estado. A continuación, compruebe el progreso del trabajo.

Implemente mediante SageMaker API

Para usar las SageMaker API para la inferencia por lotes, hay tres pasos:

1. Obtener las definiciones de candidatos

Las definiciones candidatas de se InferenceContainersutilizan para crear un SageMaker modelo.
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El siguiente ejemplo muestra cómo utilizar la API DescribeAutoMLJob para obtener definiciones 
de candidatos para el mejor modelo candidato. Observe el siguiente comando AWS CLI como 
ejemplo.

aws sagemaker describe-auto-ml-job --auto-ml-job-name <job-name> --region <region>

Utilice la API ListCandidatesForAutoMLJob para enumerar todos los candidatos. Observe el 
siguiente comando AWS CLI como ejemplo.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

2. Cree un modelo SageMaker

Para crear un SageMaker modelo mediante la CreateModelAPI, utilice las definiciones de 
contenedor de los pasos anteriores. Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker create-model --model-name '<your-custom-model-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

3. Cree un trabajo de SageMaker transformación

En el siguiente ejemplo, se crea un trabajo de SageMaker transformación con la
CreateTransformJobAPI. Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker create-transform-job --transform-job-name '<your-custom-transform-job-
name>' --model-name '<your-custom-model-name-from-last-step>'\
--transform-input '{ 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix",  
                "S3Uri": "<your-input-data>"  
            } 
        }, 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
    }'\
--transform-output '{ 
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        "S3OutputPath": "<your-output-path>", 
        "AssembleWith": "Line"  
    }'\
--transform-resources '{ 
        "InstanceType": "<instance-type>",  
        "InstanceCount": 1
    }' --region '<region>' 

Comprueba el progreso de tu trabajo de transformación mediante la DescribeTransformJobAPI. 
Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker describe-transform-job --transform-job-name '<your-custom-transform-job-
name>' --region <region>

Una vez finalizado el trabajo, el resultado previsto estará disponible en <your-output-path>.

El nombre de archivo de salida tiene el siguiente formato: <input_data_file_name>.out. Por 
ejemplo, si el archivo de entrada es text_x.csv, el nombre de la salida será text_x.csv.out.

Las siguientes pestañas muestran ejemplos de código para el SDK de SageMaker Python, el AWS 
SDK para Python (boto3) y el. AWS CLI

SageMaker Python SDK

En el siguiente ejemplo, se utiliza el SDK de SageMaker Python para realizar predicciones por 
lotes.

from sagemaker import AutoML

sagemaker_session= sagemaker.session.Session()

job_name = 'test-auto-ml-job' # your autopilot job name
automl = AutoML.attach(auto_ml_job_name=job_name)
output_path = 's3://test-auto-ml-job/output'
input_data = 's3://test-auto-ml-job/test_X.csv'

# call DescribeAutoMLJob API to get the best candidate definition
best_candidate = automl.describe_auto_ml_job()['BestCandidate']
best_candidate_name = best_candidate['CandidateName']

# create model
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model = automl.create_model(name=best_candidate_name,  
               candidate=best_candidate)

# create transformer
transformer = model.transformer(instance_count=1,  
    instance_type='ml.m5.2xlarge', 
    assemble_with='Line', 
    output_path=output_path)

# do batch transform
transformer.transform(data=input_data, 
                      split_type='Line', 
                       content_type='text/csv', 
                       wait=True)

AWS SDK for Python (boto3)

El siguiente ejemplo usa el SDK de AWS para Python (boto3) a fin de hacer predicciones por 
lotes.

import sagemaker  
import boto3

session = sagemaker.session.Session()

sm_client = boto3.client('sagemaker', region_name='us-west-2')
role = 'arn:aws:iam::1234567890:role/sagemaker-execution-role'
output_path = 's3://test-auto-ml-job/output'
input_data = 's3://test-auto-ml-job/test_X.csv'

best_candidate = sm_client.describe_auto_ml_job(AutoMLJobName=job_name)
['BestCandidate']
best_candidate_containers = best_candidate['InferenceContainers']
best_candidate_name = best_candidate['CandidateName']

# create model
reponse = sm_client.create_model( 
    ModelName = best_candidate_name, 
    ExecutionRoleArn = role, 
    Containers = best_candidate_containers  
)

# Lauch Transform Job
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response = sm_client.create_transform_job( 
    TransformJobName=f'{best_candidate_name}-transform-job', 
    ModelName=model_name, 
    TransformInput={ 
        'DataSource': { 
            'S3DataSource': { 
                'S3DataType': 'S3Prefix', 
                'S3Uri': input_data 
            } 
        }, 
        'ContentType': "text/csv", 
        'SplitType': 'Line' 
    }, 
    TransformOutput={ 
        'S3OutputPath': output_path, 
        'AssembleWith': 'Line', 
    }, 
    TransformResources={ 
        'InstanceType': 'ml.m5.2xlarge', 
        'InstanceCount': 1, 
    },
)

El trabajo de inferencia por lotes devuelve una respuesta con el siguiente formato.

{'TransformJobArn': 'arn:aws:sagemaker:us-west-2:1234567890:transform-job/test-
transform-job', 
 'ResponseMetadata': {'RequestId': '659f97fc-28c4-440b-b957-a49733f7c2f2', 
  'HTTPStatusCode': 200, 
  'HTTPHeaders': {'x-amzn-requestid': '659f97fc-28c4-440b-b957-a49733f7c2f2', 
   'content-type': 'application/x-amz-json-1.1', 
   'content-length': '96', 
   'date': 'Thu, 11 Aug 2022 22:23:49 GMT'}, 
  'RetryAttempts': 0}}

AWS Command Line Interface (AWS CLI)

1. Obtenga las definiciones de candidatos con el siguiente ejemplo de código.

aws sagemaker describe-auto-ml-job --auto-ml-job-name 'test-automl-job' --
region us-west-2

2. Cree el modelo con el siguiente ejemplo de código.
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aws sagemaker create-model --model-name 'test-sagemaker-model'
--containers '[{ 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3", 
    "ModelDataUrl": "s3://test-bucket/out/test-job1/data-processor-models/test-
job1-dpp0-1-e569ff7ad77f4e55a7e549a/output/model.tar.gz", 
    "Environment": { 
        "AUTOML_SPARSE_ENCODE_RECORDIO_PROTOBUF": "1", 
        "AUTOML_TRANSFORM_MODE": "feature-transform", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "application/x-recordio-protobuf", 
        "SAGEMAKER_PROGRAM": "sagemaker_serve", 
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code" 
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
xgboost:1.3-1-cpu-py3", 
    "ModelDataUrl": "s3://test-bucket/out/test-job1/tuning/flicdf10v2-dpp0-xgb/
test-job1E9-244-7490a1c0/output/model.tar.gz", 
    "Environment": { 
        "MAX_CONTENT_LENGTH": "20971520", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv", 
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,probabilities"  
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3",  
    "ModelDataUrl": "s3://test-bucket/out/test-job1/data-processor-models/test-
job1-dpp0-1-e569ff7ad77f4e55a7e549a/output/model.tar.gz",  
    "Environment": {  
        "AUTOML_TRANSFORM_MODE": "inverse-label-transform",  
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv",  
        "SAGEMAKER_INFERENCE_INPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,labels,probabilities",  
        "SAGEMAKER_PROGRAM": "sagemaker_serve",  
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code"  
    }  
}]' \
--execution-role-arn 'arn:aws:iam::1234567890:role/sagemaker-execution-role' \

Cree un trabajo de regresión o clasificación mediante la API AutoML 121



Amazon SageMaker Guía para desarrolladores

--region 'us-west-2'

3. Cree el trabajo de transformación con el siguiente ejemplo de código.

aws sagemaker create-transform-job --transform-job-name 'test-tranform-job'\ 
 --model-name 'test-sagemaker-model'\
--transform-input '{ 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://test-bucket/data.csv" 
            } 
        }, 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
    }'\
--transform-output '{ 
        "S3OutputPath": "s3://test-bucket/output/", 
        "AssembleWith": "Line" 
    }'\
--transform-resources '{ 
        "InstanceType": "ml.m5.2xlarge", 
        "InstanceCount": 1
    }'\
--region 'us-west-2'

4. Cree el progreso del trabajo de transformación con el siguiente ejemplo de código.

aws sagemaker describe-transform-job --transform-job-name  'test-tranform-job' --
region us-west-2

Lo que sigue es la respuesta del trabajo de transformación.

{ 
    "TransformJobName": "test-tranform-job", 
    "TransformJobArn": "arn:aws:sagemaker:us-west-2:1234567890:transform-job/test-
tranform-job", 
    "TransformJobStatus": "InProgress", 
    "ModelName": "test-model", 
    "TransformInput": { 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
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                "S3Uri": "s3://test-bucket/data.csv" 
            } 
        }, 
        "ContentType": "text/csv", 
        "CompressionType": "None", 
        "SplitType": "Line" 
    }, 
    "TransformOutput": { 
        "S3OutputPath": "s3://test-bucket/output/", 
        "AssembleWith": "Line", 
        "KmsKeyId": "" 
    }, 
    "TransformResources": { 
        "InstanceType": "ml.m5.2xlarge", 
        "InstanceCount": 1
    }, 
    "CreationTime": 1662495635.679, 
    "TransformStartTime": 1662495847.496, 
    "DataProcessing": { 
        "InputFilter": "$", 
        "OutputFilter": "$", 
        "JoinSource": "None" 
    }
}

Después de que TransformJobStatus cambie a Completed, puede comprobar el resultado 
de la inferencia en S3OutputPath.

Implementar modelos desde diferentes cuentas

Para crear un trabajo de inferencia por lotes en una cuenta diferente a la cuenta en la que se generó 
el modelo, siga las instrucciones en Implementar modelos desde diferentes cuentas. A continuación, 
puede crear modelos y transformar trabajos siguiendo los Implemente mediante SageMaker API.

Modelos generados por Amazon SageMaker Autopilot

Este procedimiento describe cómo compartir un modelo que creó en Amazon SageMaker Autopilot 
con otro usuario de SageMaker Canvas. También muestra cómo ver los detalles de los trabajos que 
ha ejecutado.
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Requisitos previos

Antes de comenzar con este procedimiento, debe haber creado y ejecutado un experimento de Piloto 
automático. Para obtener instrucciones, consulte Cree un trabajo de regresión o clasificación para 
datos tabulares mediante la API AutoML.

Compartir un modelo de Piloto automático

Puede compartir su modelo de piloto automático con otro usuario en SageMaker Canvas. Luego, el 
otro usuario puede importar su modelo y usarlo para generar predicciones.

Para compartir el modelo en la interfaz de usuario de Piloto automático mediante un botón, consulte 
la siguiente sección, Ver detalles del modelo. Hablaremos del botón Compartir modelo en el paso 6.

Para obtener más información sobre cómo compartir un modelo, consulte Bring Your Own Model Into 
Canvas.

Ver detalles del modelo

Piloto automático genera información sobre los modelos candidatos que puede obtener. Esta 
información incluye lo siguiente:

• Un gráfico de los valores SHAP agregados que indican la importancia de cada característica. Esto 
ayuda a explicar las predicciones de los modelos.

• Las estadísticas resumidas de varias métricas de entrenamiento y validación, incluida la métrica 
objetivo.

• Una lista de los hiperparámetros utilizados para entrenar y ajustar el modelo.

Para ver estos detalles del modelo después de ejecutar un trabajo de Piloto automático, siga estos 
pasos:

1. Seleccione el icono

de inicio en el panel de navegación izquierdo para ver el menú de navegación de nivel superior 
de Amazon SageMaker Studio Classic.

2. Seleccione la tarjeta AutoML en el área de trabajo principal. Se abrirá una nueva pestaña Piloto 
automático.

3. En la sección Nombre, seleccione el trabajo de Piloto automático que contenga los detalles que 
desee examinar. Se abrirá una nueva pestaña Trabajo de Piloto automático.
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4. El panel Trabajos de Piloto automático muestra los valores de las métricas, incluida la métrica
objetivo, de cada modelo bajo el Nombre del modelo. El mejor modelo aparece en la parte 
superior de la lista, bajo el Nombre del modelo, y también aparece resaltado en la pestaña
Modelos.

• Para revisar la información sobre el modelo, seleccione el modelo que le interese y Ver 
detalles del modelo. Se abrirá una nueva pestaña Detalles del modelo.

5. La pestaña Detalles del modelo se divide en cuatro subsecciones.

1. La parte superior de la pestaña Explicabilidad contiene un gráfico de los valores SHAP 
agregados, con la importancia de cada característica. A continuación, se muestran las 
métricas y los valores de hiperparámetros de este modelo.

2. La pestaña Rendimiento contiene métricas, estadísticas y una matriz de confusión.

3. La pestaña Artefactos contiene información sobre las entradas, las salidas y los resultados 
intermedios del modelo.

4. La pestaña Red resume las opciones de aislamiento y cifrado de la red.

Note

La importancia de las características y la información de la pestaña Rendimiento solo se 
genera para el mejor modelo.

Para obtener más información sobre cómo los valores SHAP ayudan a explicar las predicciones 
en función de la importancia de las características, consulte el documento técnico Understanding 
the model explainability. También hay información adicional disponible en el Explicabilidad del 
modelo tema de la Guía para SageMaker desarrolladores.

6. Para compartir su modelo de piloto automático con otro usuario de SageMaker Canvas, elija
Compartir modelo. Este botón está en la parte superior derecha de la pestaña Detalles del 
modelo.

• En la sección Añadir usuarios de Canvas, utilice la flecha hacia abajo para seleccionar un 
usuario de SageMaker Canvas.
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Ver informes de rendimiento sobre el modelo de Piloto automático

Un informe de calidad del SageMaker modelo de Amazon (también denominado informe de 
rendimiento) proporciona información valiosa e información de calidad sobre el mejor candidato 
modelo generado por un trabajo de AutoML. Incluye información sobre los detalles del trabajo, el 
tipo de problema del modelo, la función objetivo y otros datos relacionados con el tipo de problema. 
Esta guía muestra cómo ver las métricas de rendimiento de Amazon SageMaker Autopilot de forma 
gráfica o ver las métricas como datos sin procesar en un archivo JSON.

Por ejemplo, en el caso de los problemas de clasificación, el informe de calidad del modelo incluye lo 
siguiente:

• Matriz de confusión

• El área bajo la curva característica de funcionamiento del receptor (AUC).

• Información para entender los falsos positivos y los falsos negativos

• Compensaciones entre positivos verdaderos y falsos positivos

• Compensación entre precisión y exhaustividad

Piloto automático también proporciona métricas de rendimiento para todos los modelos candidatos. 
Estas métricas se calculan con todos los datos de entrenamiento y se utilizan para estimar el 
rendimiento del modelo. El área de trabajo principal incluye estas métricas de forma predeterminada. 
El tipo de métrica viene determinado por el tipo de problema que se está abordando.

Las siguientes métricas de rendimiento están asociadas al tipo de problema correspondiente:

• Regresión: MAE, MSE, R2, RMSE

• Clasificación binaria: Accuracy, AUC2, BalancedAccuracy, F1, LogLoss, Precision, Recall

• Clasificación multiclase: Accuracy, BalancedAccuracy, F1macro, LogLoss,
PrecisionMacro, RecallMacro

Puede ordenar los modelos candidatos con la métrica correspondiente para ayudarle a seleccionar 
e implementar el modelo que mejor se adapte a las necesidades de su empresa. Para ver las 
definiciones de estas métricas, consulte el tema Métricas de piloto automático.

Para ver un informe de rendimiento de un trabajo de Piloto automático, siga estos pasos:
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1. Seleccione el icono

de inicio en el panel de navegación izquierdo para ver el menú de navegación de nivel superior 
de Amazon SageMaker Studio Classic.

2. Seleccione la tarjeta AutoML en el área de trabajo principal. Se abrirá una nueva pestaña Piloto 
automático.

3. En la sección Nombre, seleccione el trabajo de Piloto automático que contenga los detalles que 
desee examinar. Se abrirá una nueva pestaña Trabajo de Piloto automático.

4. El panel Trabajos de Piloto automático muestra los valores de las métricas, incluida la métrica
objetivo, de cada modelo bajo el Nombre del modelo. El mejor modelo aparece en la parte 
superior de la lista, bajo el Nombre del modelo, y aparece resaltado en la pestaña Modelos.

• Para revisar la información sobre el modelo, seleccione el modelo que le interese y Ver 
detalles del modelo. Se abrirá una nueva pestaña Detalles del modelo.

5. Seleccione la pestaña Rendimiento, entre las pestañas Explicabilidad y Artefactos.

a. En la sección superior derecha de la pestaña, selecciona la flecha hacia abajo, en el botón
Descargar informes de rendimiento.

b. La flecha hacia abajo ofrece dos opciones para ver las métricas de rendimiento en Piloto 
automático:

i. Puede descargar un PDF del informe de rendimiento para ver las métricas de forma 
gráfica.

ii. Puede ver las métricas como datos sin procesar y descargarlos como un archivo JSON.

Para obtener instrucciones sobre cómo crear y ejecutar un trabajo de AutoML en SageMaker Studio 
Classic, consulte. Cree un trabajo de regresión o clasificación para datos tabulares mediante la API 
AutoML

El informe de rendimiento consta de dos secciones. La primera sección contiene detalles sobre el 
trabajo de Piloto automático generado por el modelo. La segunda sección contiene un informe de 
calidad del modelo.

Cree un trabajo de regresión o clasificación mediante la API AutoML 127



Amazon SageMaker Guía para desarrolladores

Detalles del trabajo en Piloto automático

Esta primera sección del informe proporciona información general sobre el trabajo de Piloto 
automático que ha generado el modelo. En estos detalles del trabajo, se incluye la siguiente 
información:

• Nombre del candidato en Piloto automático

• Nombre del trabajo en Piloto automático

• Tipo de problema

• Métrica objetiva

• Dirección de optimización

Informe de calidad del modelo

La información sobre la calidad del modelo se genera mediante la información sobre modelos de 
Piloto automático. El contenido del informe que se genera depende del tipo de problema que se 
aborde: regresión, clasificación binaria o clasificación multiclase. El informe especifica el número 
de filas que se incluyeron en el conjunto de datos de evaluación y el momento en que se realizó la 
evaluación.

Tablas de métricas

La primera parte del informe de calidad del modelo contiene tablas de métricas. Son las adecuadas 
para el tipo de problema que abordó el modelo.

La siguiente imagen es un ejemplo de una tabla de métricas que Piloto automático genera para un 
problema de regresión. Muestra el nombre, el valor y la desviación estándar de la métrica.

La siguiente imagen es un ejemplo de una tabla de métricas generada por Piloto automático para 
un problema de clasificación multiclase. Muestra el nombre, el valor y la desviación estándar de la 
métrica.
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Información gráfica sobre el rendimiento del modelo

La segunda parte del informe de calidad del modelo contiene información gráfica para ayudarle a 
evaluar el rendimiento del modelo. El contenido de esta sección depende del tipo de problema usado 
en la generación del modelo.

El área bajo la curva característica de funcionamiento del receptor

El área bajo la curva característica de funcionamiento del receptor representa la compensación entre 
las tasas de positivos verdaderos y falsos positivos. Es una métrica de precisión estándar del sector 
que se utiliza para los modelos de clasificación binaria. El AUC mide la capacidad del modelo de 
predecir una mayor puntuación para ejemplos positivos en comparación con ejemplos negativos. 
El AUC proporciona una medida agregada del rendimiento del modelo en todos los umbrales de 
clasificación posibles.

La métrica AUC devuelve un valor decimal comprendido entre 0 y 1. Los valores de AUC próximos 
a 1 indican un modelo de machine learning muy preciso. Los valores cercanos a 0,5 indican un 
modelo de ML que no es mejor que hacer una suposición al azar. Los valores de AUC cercanos a 
0 indican que el modelo ha aprendido los patrones correctos, pero está realizando las predicciones 
más imprecisas posibles. Los valores cercanos a cero pueden indicar un problema con los datos. 
Para obtener más información sobre la métrica AUC, vaya al artículo Curva ROC en Wikipedia.

Lo que sigue es un ejemplo de un gráfico de área bajo la curva característica de funcionamiento del 
receptor para evaluar las predicciones realizadas mediante un modelo de clasificación binaria. La 
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línea fina discontinua representa el área bajo la curva característica de funcionamiento del receptor 
que obtendría un modelo que clasifique las no-better-than-random suposiciones, con una puntuación 
de AUC de 0,5. Las curvas de los modelos de clasificación más precisos se sitúan por encima de 
esta línea de base aleatoria, en la que la tasa de positivos verdaderos supera a la tasa de falsos 
positivos. El área situada debajo de la curva característica de funcionamiento del receptor, que 
representa el rendimiento del modelo de clasificación binaria, es la línea continua más gruesa.

Los componentes del gráfico de tasa de falsos positivos (FPR) y tasa de positivos reales (TPR) se 
definen de la siguiente manera.

• Predicciones correctas

• Positivo real (TP): el valor predicho es 1 y el valor real es 1.

• Negativo real (TN): el valor predicho es 0 y el valor real es 0.

• Predicciones erróneas
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• Positivo falso (FP): el valor predicho es 1, pero el valor real es 0.

• Falso negativo (FN): el valor predicho es 0, pero el valor real es 1.

La tasa de falsos positivos (FPR) mide la fracción de negativos verdaderos (TN) que se predijeron 
falsamente como positivos (FP), sobre la suma de FP y TN. El rango va de 0 a 1. Un valor bajo indica 
una mayor exactitud predictiva.

• FPR = FP/(FP+TN)

La tasa de positivos reales (TPR) mide la fracción de positivos reales que se predijeron 
correctamente como positivos (TP), sobre la suma de TP y falsos negativos (FN). El rango va de 0 a 
1. Un valor mayor indica mejor exactitud predictiva.

• TPR = TP/(TP+FN)

Matriz de confusión

Una matriz de confusión es una forma de visualizar la precisión de las predicciones realizadas por un 
modelo para la clasificación binaria y multiclase de diferentes problemas. La matriz de confusión del 
informe de calidad del modelo contiene lo siguiente.

• El número y el porcentaje de predicciones correctas e incorrectas para las etiquetas reales

• El número y el porcentaje de predicciones precisas en la diagonal desde la esquina superior 
izquierda hasta la esquina inferior derecha

• El número y el porcentaje de predicciones incorrectas en la diagonal desde la esquina superior 
derecha hasta la esquina inferior izquierda

Las predicciones incorrectas en una matriz de confusión son los valores de confusión.

El diagrama siguiente muestra un ejemplo de matriz de confusión para un problema de clasificación 
binaria. Contiene la siguiente información:

• El eje vertical está dividido en dos filas que contienen etiquetas reales verdaderas y falsas.

• El eje horizontal se divide en dos columnas que contienen las etiquetas verdadero y falso que 
predijo el modelo.

Cree un trabajo de regresión o clasificación mediante la API AutoML 131



Amazon SageMaker Guía para desarrolladores

• La barra de colores asigna un tono más oscuro a un número mayor de muestras para indicar 
visualmente el número de valores que se clasificaron en cada categoría.

En este ejemplo, el modelo predijo correctamente 2817 valores falsos reales y 353 valores 
verdaderos reales correctamente. El modelo predijo incorrectamente que 130 valores verdaderos 
eran falsos y que 33 valores falsos eran verdaderos. La diferencia de tono indica que el conjunto de 
datos no está equilibrado. El desequilibrio se debe a que hay muchas más etiquetas falsas reales 
que etiquetas verdaderas.

El diagrama siguiente muestra un ejemplo de matriz de confusión para un problema de clasificación 
multiclase. La matriz de confusión del informe de calidad del modelo contiene lo siguiente.

• El eje vertical se divide en tres filas que contienen tres etiquetas reales diferentes.

• El eje horizontal se divide en tres columnas que contienen las etiquetas que predijo el modelo.

• La barra de colores asigna un tono más oscuro a un número mayor de muestras para indicar 
visualmente el número de valores que se clasificaron en cada categoría.
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En el siguiente ejemplo, el modelo predijo correctamente 354 valores reales para la etiqueta f, 1094 
valores para la etiqueta i y 852 valores para la etiqueta m. La diferencia en el tono indica que el 
conjunto de datos no está equilibrado, ya que hay muchas más etiquetas para el valor i que para f o
m.

La matriz de confusión del informe de calidad del modelo proporcionado puede incluir un máximo 
de 15 etiquetas para los tipos de problemas de clasificación multiclase. Si una fila correspondiente 
a una etiqueta muestra un valor Nan, significa que el conjunto de datos de validación utilizado para 
comprobar las predicciones del modelo no contiene datos con esa etiqueta.

Curva de ganancia

En la clasificación binaria, una curva de ganancia predice el beneficio acumulado de usar un 
porcentaje del conjunto de datos para encontrar una etiqueta positiva. El valor de ganancia se calcula 
durante el entrenamiento dividiendo el número acumulado de observaciones positivas entre el 
número total de observaciones positivas de los datos, en cada decil. Si el modelo de clasificación 
creado durante el entrenamiento es representativo de los datos no observados, puede usar la curva 
de ganancia para predecir el porcentaje de datos en el que debe concentrarse para obtener un 

Cree un trabajo de regresión o clasificación mediante la API AutoML 133



Amazon SageMaker Guía para desarrolladores

porcentaje de etiquetas positivas. Cuanto mayor sea el porcentaje del conjunto de datos utilizado, 
mayor será el porcentaje de etiquetas positivas encontradas.

En el siguiente gráfico de ejemplo, la curva de ganancia es la línea con pendiente variable. La línea 
recta es el porcentaje de etiquetas positivas que se encuentran al seleccionar un porcentaje de datos 
del conjunto de datos de forma aleatoria. Al segmentar el 20 % del conjunto de datos, lo normal sería 
encontrar más del 40 % de las etiquetas positivas. Por ejemplo, podría usar una curva de ganancia 
para determinar en qué concentrarse en una campaña de marketing. Con nuestro ejemplo de curva 
de ganancia, si el 83 % de las personas de un vecindario compraran galletas, le enviaría un anuncio 
a aproximadamente el 60 % del vecindario.

Curva de elevación

En la clasificación binaria, la curva de elevación ilustra la elevación que supone utilizar un modelo 
entrenado para predecir la probabilidad de encontrar una etiqueta positiva en comparación con una 
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suposición aleatoria. El valor de elevación se calcula durante el entrenamiento utilizando la relación 
entre el porcentaje de ganancia y la proporción de etiquetas positivas en cada decil. Si el modelo 
creado durante el entrenamiento es representativo de los datos no observados, use la curva de 
elevación para predecir la ventaja de usar el modelo en lugar de hacer predicciones aleatorias.

En el siguiente gráfico de ejemplo, la curva de elevación es la línea con pendiente variable. La línea 
recta es la curva de elevación asociada a la selección aleatoria del porcentaje correspondiente del 
conjunto de datos. Al seleccionar aleatoriamente el 40 % del conjunto de datos con las etiquetas 
de clasificación de su modelo, lo normal sería encontrar aproximadamente 1,7 veces el número de 
etiquetas positivas que habría encontrado al seleccionar aleatoriamente el 40 % de los datos no 
observados.
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Curva de precisión/exhaustividad

La curva de precisión/exhaustividad representa la compensación entre precisión y exhaustividad en 
problemas de clasificación binaria.

La precisión mide la fracción de positivos reales que se predicen como positivos (TP) de entre todas 
las predicciones positivas (TP y falsos positivos). El rango va de 0 a 1. Un valor mayor indica mejor 
exactitud predictiva.

• Precisión = TP/(TP+FP)

La exhaustividad mide la fracción de positivos reales (TP) que se predicen como positivos de entre 
todas las predicciones positivas (TP y falsos negativos). También se conoce como sensibilidad y tasa 
positiva verdadera. El rango va de 0 a 1. Un valor mayor indica una mejor detección de los valores 
positivos de la muestra.

• Exhaustividad = TP/(TP+FN)

El objetivo de un problema de clasificación es etiquetar correctamente tantos elementos como sea 
posible. Un sistema con un nivel alto de exhaustividad, pero con un nivel bajo de precisión, arroja un 
alto porcentaje de falsos positivos.

El siguiente gráfico muestra un filtro de spam que marca todos los correos electrónicos como spam. 
Tiene un alto nivel de exhaustividad, pero una precisión baja, ya que la exhaustividad no mide los 
falsos positivos.

Otórguele más importancia a la exhaustividad que a la precisión si el problema que está abordando 
tiene una penalización baja por declarar falsos positivos, pero una penalización alta por omitir 
positivos verdaderos. Por ejemplo, la detección de una colisión inminente en un vehículo autónomo.
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Por otro lado, un sistema con un nivel alto de precisión, pero con un nivel bajo de exhaustividad, 
arroja un alto porcentaje de falsos negativos. Un filtro de spam que marca todos los correos 
electrónicos como deseables (no spam) tiene una alta precisión, pero un nivel bajo de exhaustividad, 
ya que la precisión no mide los falsos negativos.

Otórguele más importancia a la precisión que a la exhaustividad si el problema que está abordando 
tiene una penalización baja por declarar falsos negativos, pero una penalización alta por omitir 
negativos verdaderos. Por ejemplo, marcar un filtro sospechoso para una auditoría fiscal.

En el siguiente gráfico se muestra un filtro de spam con un nivel alto de precisión, pero un nivel bajo 
de exhaustividad, ya que la precisión no mide los falsos negativos.
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Un modelo que hace predicciones con un nivel alto de precisión y exhaustividad genera una gran 
cantidad de resultados correctamente etiquetados. Para obtener más información, consulte el artículo
Precisión y exhaustividad en Wikipedia.

Área bajo la curva de precisión/exhaustividad (AUPRC)

Para problemas de clasificación binaria, Amazon SageMaker Autopilot incluye un gráfico del área 
bajo la curva de recuperación de precisión (AUPRC). La métrica AUPRC proporciona una medida 
agregada del rendimiento del modelo en todos los umbrales de clasificación posibles, y utiliza tanto la 
precisión como la exhaustividad. La AUPRC no tiene en cuenta el número de negativos verdaderos. 
Por lo tanto, puede resultar útil evaluar el rendimiento del modelo en los casos en que haya una gran 
cantidad de negativos verdaderos en los datos. Por ejemplo, para modelar un gen que contiene una 
mutación poco frecuente.

El siguiente gráfico es un ejemplo de un gráfico AUPRC. La precisión, en su nivel más alto, es 1 y la 
exhaustividad es 0. En la esquina inferior derecha del gráfico, la exhaustividad está en su valor más 
alto (1) y la precisión es 0. Entre estos dos puntos, la curva AUPRC ilustra la compensación entre 
precisión y exhaustividad en diferentes umbrales.
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Comparación entre la gráfica real y la prevista

La comparación entre la gráfica real y la prevista muestra la diferencia entre los valores reales 
y previstos del modelo. En el siguiente gráfico de ejemplo, la línea continua representa la mejor 
opción. Si el modelo tuviera una precisión del 100 %, cada punto previsto sería igual a su punto real 
correspondiente y estaría situado en esta línea de la mejor opción. La distancia desde la línea de 
mejor opción es una indicación visual del error del modelo. Cuanto mayor sea la distancia desde la 
línea de mejor opción, mayor será el error del modelo.
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Gráfica residual estandarizada

Una gráfica residual estandarizada incorpora los siguientes términos estadísticos:

residual

Un residual (sin procesar) muestra la diferencia entre los valores reales y los pronosticados por el 
modelo. Cuanto mayor sea la diferencia, mayor será el valor residual.

standard deviation

La desviación estándar es una medida de cómo varían los valores con respecto a un valor 
promedio. Una desviación estándar alta indica que muchos valores son muy diferentes a su valor 
promedio. Una desviación estándar baja indica que muchos valores son similares a su valor 
promedio.
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standardized residual

Un valor residual estandarizado divide los residuales sin procesar por su desviación estándar. Los 
residuales estandarizados tienen unidades de desviación estándar y son útiles para identificar 
valores atípicos en los datos, independientemente de la diferencia de escala de los residuales 
sin procesar. Si un residual estandarizado es mucho más pequeño o más grande que los demás 
residuales estandarizados, esto indica que el modelo no se ajusta bien a estas observaciones.

La gráfica de residuales estandarizada mide la intensidad de la diferencia entre los valores 
observados y esperados. El valor previsto real se muestra en el eje x. Un punto con un valor superior 
a un valor absoluto de 3 suele considerarse un valor atípico.

El siguiente gráfico de ejemplo muestra que una gran cantidad de residuales estandarizados se 
agrupan alrededor de 0 en el eje horizontal. Los valores cercanos a cero indican que el modelo se 
ajusta bien a estos puntos. El modelo no predice bien los puntos hacia la parte superior e inferior de 
la gráfica.
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Histograma residual

Un histograma residual estandarizado incorpora los siguientes términos estadísticos:

residual

Un residual (sin procesar) muestra la diferencia entre los valores reales y los pronosticados por el 
modelo. Cuanto mayor sea la diferencia, mayor será el valor residual.

standard deviation

La desviación estándar es una medida de cuánto varían los valores con respecto a un valor 
promedio. Una desviación estándar alta indica que muchos valores son muy diferentes a su valor 
promedio. Una desviación estándar baja indica que muchos valores son similares a su valor 
promedio.

standardized residual

Un valor residual estandarizado divide los residuales sin procesar por su desviación estándar. 
Los residuales estandarizados tienen unidades de desviación estándar. Son útiles para identificar 
valores atípicos en los datos, independientemente de la diferencia de escala de los residuales 
sin procesar. Si un residual estandarizado es mucho más pequeño o más grande que los demás 
residuales estandarizados, el modelo no se ajusta bien a estas observaciones.

histogram

Un histograma es un gráfico que muestra la frecuencia con la que ocurre un valor.

El histograma residual muestra la distribución de los valores residuales estandarizados. Un 
histograma distribuido en forma de campana y centrado en el cero indica que el modelo no 
subestima ni sobreestima sistemáticamente un rango determinado de valores objetivo.

En el siguiente gráfico, los valores residuales estandarizados indican que el modelo se ajusta bien 
a los datos. Si el gráfico mostrara valores muy alejados del valor central, eso indicaría que esos 
valores no se ajustan bien al modelo.

Cree un trabajo de regresión o clasificación mediante la API AutoML 142



Amazon SageMaker Guía para desarrolladores

Cuadernos Amazon SageMaker Autopilot generados para gestionar las tareas de 
AutoML

Amazon SageMaker Autopilot gestiona las tareas clave de un proceso de aprendizaje automático 
(AutoML) mediante un trabajo de AutoML.

El trabajo de AutoML crea tres informes basados en cuadernos que describen el plan que sigue 
Piloto automático para generar modelos candidatos. Un modelo candidato consiste en un par 
(canalización, algoritmo). En primer lugar, hay un cuaderno de exploración de datos, que describe lo 
que Piloto automático ha aprendido sobre los datos que usted ha suministrado. En segundo lugar, 
hay un cuaderno de definición de candidatos, que utiliza la información sobre los datos para generar 
candidatos. En tercer lugar, hay un informe con información sobre el modelo, que puede ayudar a 
detallar las características de rendimiento del mejor modelo en la clasificación de un experimento de 
Piloto automático.
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Temas

• Informe de exploración de datos de Amazon SageMaker Autopilot

• Cuaderno de definición de candidatos

Puede ejecutar estos blocs de notas en Amazon SageMaker o localmente si ha instalado el SDK de 
Amazon SageMaker Python. Puede compartir las libretas como cualquier otra libreta de SageMaker 
Studio Classic. Los cuadernos están creados para que realices experimentos. Por ejemplo, puede 
editar los siguientes elementos en los blocs de notas:

• Preprocesadores utilizados en los datos

• Número de ejecuciones de optimización de hiperparámetros (HPO) y su paralelismo

• Algoritmos por probar

• Tipos de instancia utilizados para los trabajos de HPO

• Intervalos de hiperparámetros

Como método de aprendizaje, es recomendable hacer modificaciones en el cuaderno de definiciones 
de candidatos. Esta capacidad le permite entender cómo afectan a sus resultados las decisiones 
tomadas durante el proceso de machine learning.

Note

Al ejecutar los cuadernos en la instancia predeterminada, habrá un impacto en los costes 
básicos. Sin embargo, cuando ejecuta trabajos de HPO desde el cuaderno candidato, estos 
trabajos utilizan recursos informáticos adicionales que generan costes adicionales.

Informe de exploración de datos de Amazon SageMaker Autopilot

Amazon SageMaker Autopilot limpia y preprocesa el conjunto de datos automáticamente. Los datos 
de alta calidad mejoran la eficiencia del machine learning y generan modelos que permiten realizar 
predicciones más precisas.

Algunos problemas relacionados con los conjuntos de datos proporcionados por los clientes no se 
pueden solucionar automáticamente sin contar con conocimientos sobre la materia. Los valores 
atípicos grandes en la columna objetivo para problemas de regresión, por ejemplo, pueden provocar 
predicciones subóptimas para los valores no atípicos. Es posible que sea necesario eliminar los 
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valores atípicos según el objetivo del modelado. Si una columna objetivo se incluye por accidente 
como una de las características de entrada, el modelo final se validará bien, pero tendrá poco valor 
para futuras predicciones.

Para ayudar a los clientes a descubrir este tipo de problemas, Piloto automático proporciona un 
informe de exploración de datos que contiene información sobre los posibles problemas con sus 
datos. El informe también sugiere cómo abordar los problemas.

En todos los trabajos de Piloto automático, se genera un cuaderno de exploración de datos con dicho 
informe. El informe se almacena en un bucket de Amazon S3 y se puede acceder a él desde su ruta 
de salida. La ruta del informe de exploración de datos suele seguir el siguiente patrón.

[s3 output path]/[name of the automl job]/sagemaker-automl-
candidates/[name of processing job used for data analysis]/notebooks/
SageMakerAutopilotDataExplorationNotebook.ipynb

La ubicación del cuaderno de exploración de datos se puede obtener de la API del piloto 
automático mediante la respuesta de la DescribeAutoMLJoboperación, que se almacena en.
DataExplorationNotebookLocation

Al ejecutar el piloto automático desde SageMaker Studio Classic, puede abrir el informe de 
exploración de datos siguiendo estos pasos:

1. Seleccione el icono

de inicio en el panel de navegación izquierdo para ver el menú de navegación de nivel superior 
de Amazon SageMaker Studio Classic.

2. Seleccione la tarjeta AutoML en el área de trabajo principal. Se abrirá una nueva pestaña Piloto 
automático.

3. En la sección Nombre, seleccione el trabajo de Piloto automático que contiene el cuaderno 
de exploración de datos que desea examinar. Se abrirá una nueva pestaña Trabajo de piloto 
automático.

4. Seleccione Abrir cuaderno de exploración de datos en la sección superior derecha de la pestaña
Trabajo de piloto automático.

El informe de exploración de datos se genera a partir de sus datos antes de que comience el proceso 
de entrenamiento. Esto le permite detener los trabajos de Piloto automático que podrían generar 
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resultados irrelevantes. Del mismo modo, puede abordar cualquier problema o mejora en el conjunto 
de datos antes de volver a ejecutar Piloto automático. De esta forma, puede utilizar su experiencia 
para mejorar la calidad de los datos de forma manual y entrenar así al modelo con un conjunto de 
datos que esté más preparado.

El informe de datos solo contiene reducciones estáticas y se puede abrir en cualquier entorno de 
Jupyter. El cuaderno que contiene el informe se puede convertir a otros formatos, como PDF o 
HTML. Para obtener más información sobre las conversiones, consulte Using the nbconvert script to 
convert Jupyter notebooks to other formats.

Temas

• Resumen de conjunto de datos

• Análisis de objetivos

• Ejemplo de datos

• Filas duplicadas

• Correlaciones entre columnas

• Filas anómalas

• Valores que faltan, cardinalidad y estadísticas descriptivas

Resumen de conjunto de datos

Este Resumen de conjunto de datos proporciona estadísticas clave que caracterizan su conjunto 
de datos, como el número de filas, el número de columnas, el porcentaje de filas duplicadas y los 
valores objetivo que faltan. Su objetivo es proporcionarle una alerta rápida cuando haya algún 
problema con su conjunto de datos que Amazon SageMaker Autopilot haya detectado y que 
pueda requerir su intervención. La información se presenta como advertencias que se clasifican 
en gravedad “alta” o “baja”. La clasificación depende del nivel de confianza que existe en que el 
problema afectará negativamente al rendimiento del modelo.

Los datos de gravedad alta y baja aparecen en el resumen en forma de ventanas emergentes. Para 
la mayoría de los datos, se ofrecen recomendaciones sobre cómo confirmar que existe un problema 
con el conjunto de datos que requiere su atención. También hay propuestas sobre cómo resolver los 
problemas.

Piloto automático proporciona estadísticas adicionales sobre los valores objetivo que faltan o no son 
válidos en nuestro conjunto de datos, para ayudarle a detectar otros problemas que tal vez no se 
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capten con información de gravedad alta. Un número inesperado de columnas de un tipo concreto 
podría indicar que es posible que algunas columnas que desee utilizar no estén incluidas en el 
conjunto de datos. También podría indicar que hubo un problema con la forma en que se prepararon 
o almacenaron los datos. Si se solucionan los problemas de datos detectados por Piloto automático, 
se puede mejorar el rendimiento de los modelos de machine learning basados en los datos.

La información sobre gravedad alta se muestra en la sección de resumen y en otras secciones 
relevantes del informe. Por lo general, se proporcionan ejemplos de información de gravedad alta y 
baja según la sección del informe de datos.

Análisis de objetivos

En esta sección, se muestran varios datos de gravedad alta y baja relacionados con la distribución 
de los valores en la columna objetivo. Compruebe que la columna objetivo contenga los valores 
correctos. Los valores incorrectos en la columna objetivo probablemente den como resultado un 
modelo de machine learning que no sirva para el propósito comercial previsto. En esta sección, se 
incluyen varios datos de alta y baja gravedad. A continuación, se presentan varios ejemplos.

• Valores objetivo atípicos: distribución objetivo asimétrica o sesgada para la regresión, como los 
lugares con una alta probabilidad de valores atípicos.

• Cardinalidad objetivo alta o baja: número poco frecuente de etiquetas de clase o un gran número 
de clases únicas para la clasificación.

Tanto para los tipos de problemas de regresión como los de clasificación, aparecen valores no 
válidos, como el infinito numérico, NaN o un espacio vacío en la columna de destino. Según el tipo de 
problema, se presentan diferentes estadísticas del conjunto de datos. Una distribución de los valores 
de las columnas objetivo para un problema de regresión le permite verificar si la distribución es la 
que esperaba.

La siguiente captura de pantalla muestra un informe de datos de Piloto automático, que incluye 
estadísticas como la media, la mediana, el mínimo, el máximo y el porcentaje de valores atípicos del 
conjunto de datos. La captura de pantalla también incluye un histograma que muestra la distribución 
de las etiquetas en la columna de destino. En el histograma, se muestran los valores de la columna 
objetivo en el eje horizontal y el recuento en el eje vertical. Un cuadro resalta la sección Porcentaje 
de valores atípicos de la captura de pantalla para indicar dónde aparece esta estadística.
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Hay varias estadísticas sobre los valores objetivo y su distribución. Si alguno de los valores atípicos, 
valores no válidos o porcentajes faltantes es superior a cero, estos valores aparecen para que 
pueda investigar por qué sus datos contienen valores objetivo inutilizables. Algunos valores objetivo 
inutilizables aparecen resaltados como una advertencia de gravedad baja.

En la siguiente captura de pantalla, se ha añadido accidentalmente un símbolo ` a la columna de 
destino, lo que impidió analizar el valor numérico del objetivo. Aparece el aviso Datos de gravedad 
baja: “Valores objetivo no válidos”. La advertencia de este ejemplo dice lo siguiente: “El 0,14 % de 
las etiquetas de la columna de destino no se ha podido convertir a valores numéricos. Los valores no 
numéricos más comunes son ["-3,8e-05","-9-05","-4,7e-05","-1,4999999999999999e-05","-4,3e-05"]. 
Esto suele indicar que hay problemas con la recopilación o el procesamiento de los datos. Amazon 
SageMaker Autopilot ignora todas las observaciones con una etiqueta de destino no válida».

Piloto automático también proporciona un histograma que muestra la distribución de las etiquetas 
para su clasificación.

La siguiente captura de pantalla muestra un ejemplo de estadísticas proporcionadas para la columna 
de destino, incluido el número de clases y los valores faltantes o no válidos. Un histograma con la
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etiqueta de destino en el eje horizontal y la frecuencia en el eje vertical muestra la distribución de 
cada categoría de etiquetas.

Note

Puede encontrar las definiciones de todos los términos presentados en esta y otras 
secciones en la sección Definiciones, en la parte inferior del cuaderno de informes.
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Ejemplo de datos

Piloto automático presenta una muestra real de sus datos para ayudarte a detectar problemas en 
el conjunto de datos. La tabla de muestra se desplaza horizontalmente. Inspeccione los datos de 
muestra para verificar que todas las columnas necesarias estén presentes en el conjunto de datos.

Piloto automático también calcula una medida de la potencia predictiva, que se puede utilizar para 
identificar una relación lineal o no lineal entre una característica y la variable objetivo. El valor 0
indica que la característica no tiene ningún valor predictivo para predecir la variable objetivo. Un valor
1 indica la potencia predictiva más alta para la variable objetivo. Para obtener más información sobre 
la potencia predictiva, consulte la sección Definiciones.

Note

No es recomendable utilizar la potencia predictiva como sustituto de la importancia de 
las características. Úsela solo si está seguro de que la potencia predictiva es una medida 
adecuada para el caso de uso en particular.

En la siguiente captura de pantalla, se ve un ejemplo de muestra de datos. La fila superior contiene 
la potencia predictiva de cada columna del conjunto de datos. La segunda fila contiene el tipo de 
datos de la columna. Las filas siguientes contienen las etiquetas. Las columnas contienen la columna 
de destino seguida de cada columna de características. Cada columna de características tiene 
una potencia predictiva asociada (resaltada en esta captura de pantalla con un recuadro). En este 
ejemplo, la columna que contiene la característica x51 tiene una potencia predictiva de 0.68 para 
la variable objetivo y. La característica x55 es ligeramente menos predictiva: tiene una potencia 
predictiva de 0.59.
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Filas duplicadas

Si hay filas duplicadas en el conjunto de datos, Amazon SageMaker Autopilot muestra una muestra 
de ellas.

Note

No se recomienda equilibrar un conjunto de datos con un sobremuestreo antes de 
proporcionárselo a Piloto automático. Esto puede provocar que las puntuaciones de 
validación de los modelos entrenados con Piloto automático sean inexactas y que los 
modelos que se produzcan queden inutilizables.

Correlaciones entre columnas

Piloto automático utiliza el coeficiente de correlación de Pearson, una medida de la correlación 
lineal entre dos características, para rellenar una matriz de correlación. En la matriz de correlación, 
las características numéricas se representan en los ejes horizontal y vertical, y el coeficiente de 
correlación de Pearson se representa en sus intersecciones. Cuanto mayor sea la correlación entre 
dos características, mayor será el coeficiente, con un valor máximo de |1|.
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• Un valor de -1 indica que las características están perfectamente correlacionadas negativamente.

• Un valor de 1, que ocurre cuando una característica está correlacionada consigo misma, indica 
una correlación positiva perfecta.

Puede utilizar la información de la matriz de correlación para eliminar las características con un nivel 
alto de correlación. Un número menor de características reduce las posibilidades de sobreajustar 
un modelo; además, puede contribuir a abaratar los costes de producción de dos maneras. Reduce 
el tiempo de ejecución de Piloto automático necesario y, en el caso de algunas aplicaciones, puede 
abaratar los procedimientos de recopilación de datos.

En la siguiente captura de pantalla, se muestra un ejemplo de matriz de correlación entre 7
características. Cada característica se muestra en una matriz en los ejes horizontal y vertical. El 
coeficiente de correlación de Pearson se muestra en la intersección entre dos características. Cada 
intersección de características tiene un tono de color asociado. Cuanto mayor sea la correlación, 
más oscuro será el tono. Los tonos más oscuros ocupan la diagonal de la matriz, donde cada 
característica se correlaciona consigo misma, lo que representa una correlación perfecta.
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Filas anómalas

Amazon SageMaker Autopilot detecta qué filas del conjunto de datos pueden ser anómalas. A 
continuación, asigna una puntuación de anomalía a cada fila. Las filas con puntuaciones de anomalía 
negativas se consideran anómalas.

La siguiente captura de pantalla muestra el resultado de un análisis de Piloto automático para las 
filas que contienen anomalías. Junto a las columnas del conjunto de datos de cada fila, aparece una 
columna que contiene una puntuación anómala.
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Valores que faltan, cardinalidad y estadísticas descriptivas

Amazon SageMaker Autopilot examina e informa sobre las propiedades de las columnas individuales 
de su conjunto de datos. En cada sección del informe de datos que presenta este análisis, el 
contenido está organizado. De este modo, puede comprobar primero los valores más “sospechosos”. 
Con estas estadísticas, puede mejorar el contenido de las columnas individuales y la calidad del 
modelo producido por Piloto automático.

Piloto automático calcula varias estadísticas sobre los valores categóricos en las columnas que los 
contienen. Esto incluye el número de entradas únicas y, para texto, el número de palabras únicas.

Piloto automático calcula varias estadísticas estándar sobre los valores numéricos en las columnas 
que los contienen. La siguiente imagen muestra estas estadísticas, lo que incluye los valores medio, 
mediano, mínimo y máximo, así como los porcentajes de los tipos numéricos y de los valores 
atípicos.
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Cuaderno de definición de candidatos

El cuaderno de definición de candidatos contiene todos los pasos de preprocesamiento, los 
algoritmos y los rangos de hiperparámetros sugeridos.

Puede elegir el candidato que desea entrenar y ajustar de dos maneras. En primer lugar, ejecutando 
secciones del cuaderno. En segundo lugar, ejecutando todo el cuaderno para optimizar a todos los 
candidatos e identificar al mejor candidato. Si ejecuta todo el cuaderno, solo se mostrará el mejor 
candidato tras finalizar el trabajo.

Para ejecutar el piloto automático desde SageMaker Studio Classic, abra el cuaderno de definiciones 
candidatas siguiendo estos pasos:

1. Seleccione el icono

de inicio en el panel de navegación izquierdo para ver el menú de navegación de nivel superior 
de Amazon SageMaker Studio Classic.

2. Seleccione la tarjeta AutoML en el área de trabajo principal. Se abrirá una nueva pestaña Piloto 
automático.

3. En la sección Nombre, seleccione el trabajo de Piloto automático que contenga el cuaderno de 
definiciones de candidatos que desee examinar. Se abrirá una nueva pestaña Trabajo de Piloto 
automático.
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4. Seleccione Abrir el cuaderno de generación de candidatos, en la sección superior derecha de 
la pestaña Trabajo de Piloto automático. Esto abre una nueva vista previa de solo lectura del 
cuaderno de definiciones de candidatos de Amazon SageMaker Autopilot.

Para ejecutar el cuaderno de definición de candidatos, siga estos pasos:

1. Selecciona Importar bloc de notas en la parte superior derecha de la pestaña Bloc de notas 
con definiciones de candidatos de Amazon SageMaker Autopilot. Esto abrirá una pestaña para 
configurar un nuevo entorno de cuaderno a fin de ejecutar el cuaderno.

2. Seleccione una SageMaker imagen existente o utilice una imagen personalizada.

3. Seleccione un Kernel, un Tipo de instancia y un Script de inicio opcional.

Ahora puede ejecutar el cuaderno en este nuevo entorno.

Configure el resultado de la inferencia en los contenedores generados

Piloto automático genera una lista ContainerDefinition ordenada. Esto se puede usar para 
crear un modelo e implementarlo en una canalización de machine learning. Este modelo se puede 
utilizar para el alojamiento en línea y la inferencia.

Los clientes pueden enumerar las definiciones de los contenedores de inferencia con la API
ListCandidateForAutoMLJob. La lista de definiciones de contenedores de inferencia que 
representan el mejor candidato también está disponible en la respuesta DescribeAutoMLJob.

Definiciones de contenedores de inferencia para tipos de problemas de regresión y clasificación

Piloto automático genera contenedores de inferencia específicos para el modo de entrenamiento y el
tipo de problema del trabajo.

Definiciones de contenedores para el modo de optimización de hiperparámetros (HPO)

• Regresión: HPO genera dos contenedores.

1. Un contenedor de ingeniería de características que transforma las características originales en 
características sobre las que pueden entrenarse los algoritmos de regresión.

2. Un contenedor de algoritmos que transforma las características y genera una puntuación de 
regresión para el conjunto de datos.

• Clasificación: HPO genera tres contenedores.
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1. Un contenedor de ingeniería de características que transforma las características originales en 
características sobre las que pueden entrenarse los algoritmos de clasificación.

2. Un contenedor de algoritmos que genera el predicted_label con la probabilidad más alta. 
Este contenedor también puede generar las diversas probabilidades asociadas a los resultados 
de la clasificación en la respuesta de inferencia.

3. Un contenedor de ingeniería de características que realiza el posprocesamiento de la predicción 
del algoritmo. Por ejemplo, puede realizar una transformación inversa en la etiqueta prevista y 
cambiarla por la etiqueta original.

Definiciones de contenedores para el modo de ensamblaje

En el modo de ensamblaje, los tipos de problemas de regresión y clasificación tienen un solo 
contenedor de inferencias. Este contenedor de inferencias transforma las características y genera las 
predicciones en función del tipo de problema.

Respuestas de inferencias por tipo de problema

Respuestas de inferencias para modelos de clasificación

En los contenedores de inferencias de clasificación, puede seleccionar el contenido de la respuesta 
de inferencia mediante cuatro claves predefinidas.

• predicted_label: la etiqueta con la mayor probabilidad de predecir la etiqueta correcta, según 
lo determinado por Piloto automático.

• probability:

• Modelos HPO: la probabilidad de la clase True para clasificación binaria. La probabilidad de
predicted_label para la clasificación multiclase.

• Modelos de ensamblaje: la probabilidad de predicted_label para la clasificación binaria y 
multiclase.

• probabilities: la lista de probabilidades de todas las clases correspondientes.

• labels: la lista de todas las etiquetas.

Por ejemplo, para un problema de clasificación binaria, si pasa las claves de respuesta de inferencias
['predicted_label', 'probability', 'probabilities', 'labels'] y la respuesta 
de salida aparece como [1, 0.1, "[0.9, 0.1]", "['1', '0']"], debe interpretarla de la 
siguiente manera:
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1. predicted_label es igual a 1 porque la etiqueta “1” tiene una probabilidad mayor (en este 
caso, 0.9).

2. Para los modelos HPO, probability es igual a 0.1, que es la probabilidad de la
positive_class (en este caso, 0) seleccionada por Piloto automático.

Para los modelos de ensamblaje, probability es igual a 0.9, que es la probabilidad de la
predicted_label.

3. probabilities muestra la probability de cada etiqueta en labels.

4. labels son las etiquetas únicas del conjunto de datos, donde la segunda etiqueta (“0” en este 
caso) es la positive_class seleccionada por Piloto automático.

De forma predeterminada, los contenedores de inferencias están configurados para generar solo 
la predicted_label. Para seleccionar contenido de inferencia adicional, puede actualizar el 
parámetro inference_response_keys para incluir hasta las siguientes tres variables de entorno.

• SAGEMAKER_INFERENCE_SUPPORTED: configurado para proporcionarle sugerencias sobre el 
contenido que admite cada contenedor.

• SAGEMAKER_INFERENCE_INPUT: debe configurarse con las claves que el contenedor espera en 
la carga de entrada.

• SAGEMAKER_INFERENCE_OUTPUT: debe rellenarse con el conjunto de claves que genera el 
contenedor.

Respuestas de inferencias para modelos de clasificación en el modo HPO

En esta sección, se muestra cómo configurar la respuesta de inferencias de los modelos de 
clasificación mediante el modo de optimización de hiperparámetros (HPO).

A fin de elegir el contenido de la respuesta de inferencias en el modo HPO, añada las variables
SAGEMAKER_INFERENCE_INPUT y SAGEMAKER_INFERENCE_OUTPUT a los contenedores segundo 
y tercero que se generan en el modo HPO para los problemas de clasificación.

Las claves que admite el segundo contenedor (algoritmo) son predicted_label, probability 
y probabilities. Tenga en cuenta que, de forma deliberada, labels no se ha agregado a
SAGEMAKER_INFERENCE_SUPPORTED.

Cree un trabajo de regresión o clasificación mediante la API AutoML 158



Amazon SageMaker Guía para desarrolladores

Las claves que admite el contenedor del modelo de tercera clasificación son
predicted_label, labels, probability y probabilities. Por lo tanto, el entorno
SAGEMAKER_INFERENCE_SUPPORTED incluye los nombres de estas claves.

A fin de actualizar la definición de los contenedores de inferencia de modo que reciban a
predicted_label y probability, utilice el siguiente ejemplo de código.

containers[1]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label, 
 probability'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_INPUT': 'predicted_label, 
 probability'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label, 
 probability'})

El siguiente ejemplo de código actualiza la definición de los contenedores de inferencia de 
modo que reciban a predicted_label, labels y probabilities. No transfiera labels al 
segundo contenedor (el contenedor del algoritmo), ya que el tercer contenedor lo genera de forma 
independiente.

containers[1]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 
 'predicted_label,probabilities'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_INPUT': 
 'predicted_label,probabilities'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label, 
 probabilities,labels'})

Las siguientes secciones plegables proporcionan ejemplos de código para AWS SDK for Python 
(Boto3) y para el SageMaker SDK para Python. En cada sección se muestra cómo seleccionar el 
contenido de las respuestas de inferencia en modo HPO para el ejemplo de código correspondiente.

AWS SDK for Python (Boto3)

import boto3

sm_client = boto3.client('sagemaker', region_name='<Region>')

role = '<IAM role>'
input_data = '<S3 input uri>'
output_path = '<S3 output uri>'
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best_candidate = sm_client.describe_auto_ml_job(AutoMLJobName='<AutoML Job Name>')
['BestCandidate']
best_candidate_containers = best_candidate['InferenceContainers']
best_candidate_name = best_candidate['CandidateName']

best_candidate_containers[1]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 
 'predicted_label, probability'})
best_candidate_containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_INPUT': 
 'predicted_label, probability'})
best_candidate_containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 
 'predicted_label, probability'})

# create model
reponse = sm_client.create_model( 
    ModelName = '<Model Name>', 
    ExecutionRoleArn = role, 
    Containers = best_candidate_containers
)

# Lauch Transform Job
response = sm_client.create_transform_job( 
    TransformJobName='<Transform Job Name>', 
    ModelName='<Model Name>', 
    TransformInput={ 
        'DataSource': { 
            'S3DataSource': { 
                'S3DataType': 'S3Prefix', 
                'S3Uri': input_data
            } 
        }, 
        'ContentType': "text/CSV", 
        'SplitType': 'Line' 
    }, 
    TransformOutput={ 
        'S3OutputPath': output_path, 
        'AssembleWith': 'Line', 
    }, 
    TransformResources={ 
        'InstanceType': 'ml.m4.xlarge', 
        'InstanceCount': 1, 
    },
)
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SageMaker SDK para Python

from sagemaker import AutoML

aml = AutoML.attach(auto_ml_job_name='<AutoML Job Name>')
aml_best_model = aml.create_model(name='<Model Name>', 
                                  candidate=None,
                                  inference_response_keys**=['probabilities', 
 'labels'])

aml_transformer = aml_best_model.transformer(accept='text/csv', 
                                            assemble_with='Line', 
                                            instance_type='ml.m5.xlarge', 
                                            instance_count=1,)

aml_transformer.transform('<S3 input uri>', 
                          content_type='text/csv', 
                          split_type='Line', 
                          job_name='<Transform Job Name>', 
                          wait=True)

Respuestas de inferencias para modelos de clasificación en el modo ensamblaje

En esta sección, se muestra cómo configurar la respuesta de inferencias de los modelos de 
clasificación mediante el modo de ensamblaje.

En el modo de ensamblaje, para elegir el contenido de la respuesta de inferencia, actualice la 
variable de entorno SAGEMAKER_INFERENCE_OUTPUT.

Las claves que admite el contenedor del modelo de clasificación son predicted_label,
labels, probability y probabilities. Estas claves se incluyen en el entorno
SAGEMAKER_INFERENCE_SUPPORTED.

A fin de actualizar la definición de los contenedores de inferencia de modo que reciban a
predicted_label y probability, consulte el siguiente ejemplo de código.

containers[0]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label, 
 probability'})

La siguiente sección contraíble proporciona un ejemplo de código para seleccionar el contenido 
de las respuestas de inferencia en el modo de ensamblaje. El ejemplo utiliza AWS SDK for Python 
(Boto3).
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AWS SDK for Python (Boto3)

import boto3
sm_client = boto3.client('sagemaker', region_name='<Region>')

role = '<IAM role>'
input_data = '<S3 input uri>'
output_path = '<S3 output uri>'  

best_candidate = sm_client.describe_auto_ml_job(AutoMLJobName='<AutoML Job Name>')
['BestCandidate']
best_candidate_containers = best_candidate['InferenceContainers']
best_candidate_name = best_candidate['CandidateName']

*best_candidate_containers[0]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 
 'predicted_label, probability'})
*
# create model
reponse = sm_client.create_model( 
    ModelName = '<Model Name>', 
    ExecutionRoleArn = role, 
    Containers = best_candidate_containers
)

# Lauch Transform Job
response = sm_client.create_transform_job( 
    TransformJobName='<Transform Job Name>', 
    ModelName='<Model Name>', 
    TransformInput={ 
        'DataSource': { 
            'S3DataSource': { 
                'S3DataType': 'S3Prefix', 
                'S3Uri': input_data 
            } 
        }, 
        'ContentType': "text/CSV", 
        'SplitType': 'Line' 
    }, 
    TransformOutput={ 
        'S3OutputPath': output_path, 
        'AssembleWith': 'Line', 
    }, 
    TransformResources={ 
        'InstanceType': 'ml.m4.xlarge', 
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        'InstanceCount': 1, 
    },
)

La siguiente sección plegable proporciona un ejemplo de código que es idéntico al ejemplo de 
SageMaker SDK para Python para HPO. Se incluye aquí para acceder con comodidad.

SageMaker SDK para Python

El siguiente ejemplo de código de HPO usa el SageMaker SDK para Python.

from sagemaker import AutoML

aml = AutoML.attach(auto_ml_job_name='<AutoML Job Name>')
aml_best_model = aml.create_model(name='<Model Name>', 
                                  candidate=None, 
                                  *inference_response_keys**=['probabilities', 
 'labels'])*

aml_transformer = aml_best_model.transformer(accept='text/csv', 
                                            assemble_with='Line', 
                                            instance_type='ml.m5.xlarge', 
                                            instance_count=1,)

aml_transformer.transform('<S3 input uri>', 
                          content_type='text/csv', 
                          split_type='Line', 
                          job_name='<Transform Job Name>', 
                          wait=True)

Tutoriales y cuadernos de ejemplo

Ejemplos de cuadernos, tutoriales en vídeo y tutoriales para empezar a utilizar Amazon Autopilot. 
SageMaker

Temas

• Ejemplos de cuadernos: explore el modelado con Amazon Autopilot SageMaker

• Vídeos: Uso de Piloto automático para automatizar y explorar el proceso de machine learning

• Tutoriales: Cómo empezar a usar Amazon SageMaker Autopilot
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Ejemplos de cuadernos: explore el modelado con Amazon Autopilot SageMaker

Amazon SageMaker Autopilot proporciona los siguientes ejemplos de cuadernos.

• Marketing directo con Amazon SageMaker Autopilot: este cuaderno muestra cómo se utiliza 
el conjunto de datos de marketing bancario para predecir si un cliente solicitará un depósito 
a plazo en un banco. Puede utilizar Piloto automático en este conjunto de datos para obtener 
la canalización ML más precisa explorando las opciones contenidas en varias canalizaciones 
candidatas. Piloto automático genera cada candidato en un procedimiento de dos pasos. El primer 
paso diseña características automatizadas en el conjunto de datos. El segundo paso entrena 
y ajusta un algoritmo para producir un modelo. El cuaderno contiene instrucciones sobre cómo 
entrenar el modelo y sobre cómo implementarlo para realizar inferencias por lotes utilizando el 
mejor candidato.

• Predicción de la pérdida de clientes con Amazon SageMaker Autopilot: en este cuaderno se 
describe el uso del aprendizaje automático para la identificación automática de los clientes 
insatisfechos, lo que también se conoce como predicción de la pérdida de clientes. El ejemplo 
muestra cómo analizar un conjunto de datos disponible públicamente y cómo aplicarle ingeniería 
de características. A continuación se muestra cómo ajustar un modelo seleccionando la 
canalización de mejor rendimiento junto con los hiperparámetros óptimos para el algoritmo de 
entrenamiento. Por último, muestra cómo implementar el modelo en un punto de conexión alojado 
y cómo evaluar sus predicciones en comparación con la realidad. Sin embargo, los modelos de 
ML rara vez ofrecen predicciones perfectas. Es por eso que este cuaderno también muestra cómo 
incorporar los costes relativos de los errores de predicción al determinar el resultado financiero del 
uso de ML.

• Predicción de la pérdida de clientes de los principales candidatos con Amazon SageMaker 
Autopilot y Batch Transform (SDK de Python): este cuaderno también describe el uso del 
aprendizaje automático para la identificación automática de clientes insatisfechos, también 
conocida como predicción de la pérdida de clientes. Este cuaderno muestra cómo configurar el 
modelo para obtener la probabilidad de inferencia, seleccionar los N modelos principales y realizar 
la transformación por lotes en un conjunto de pruebas de espera para su evaluación.

Note

Este cuaderno funciona con el SDK de SageMaker Python >= 1.65.1 publicado el 19 de 
junio de 2020.
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• Cómo incorporar su propio código de procesamiento de datos a Amazon SageMaker Autopilot: 
este cuaderno muestra cómo incorporar e implementar un código de procesamiento de 
datos personalizado al usar Amazon SageMaker Autopilot. Añade un paso de selección de 
características personalizado para eliminar las variables irrelevantes de un trabajo de Piloto 
automático. A continuación, se muestra cómo implementar tanto el código de procesamiento 
personalizado como los modelos generados por Piloto automático en un punto de conexión en 
tiempo real o para el procesamiento por lotes.

Vídeos: Uso de Piloto automático para automatizar y explorar el proceso de machine learning

Esta es una serie de vídeos que ofrece un recorrido por las capacidades del SageMaker piloto 
automático de Amazon con Studio Classic. Muestran cómo iniciar un trabajo AutoML, analizar y 
preprocesar datos, diseñar ingeniería de entidades y optimización de hiperparámetros en modelos 
candidatos, y cómo visualizar y comparar las métricas de modelo resultantes.

Temas

• Comience un trabajo en AutoML con Amazon Autopilot SageMaker

• Revise la exploración de datos e ingeniería de características automatizada en Autopilot.

• Ajuste de modelos para optimizar el rendimiento

• Elegir e implementar el mejor modelo

• Tutorial de Amazon SageMaker Autopilot

Comience un trabajo en AutoML con Amazon Autopilot SageMaker

Este vídeo muestra cómo iniciar un trabajo de AutoML con Autopilot. (Duración: 8:41)

Amazon SageMaker Studio - AutoML con Amazon SageMaker Autopilot (parte 1)

Revise la exploración de datos e ingeniería de características automatizada en Autopilot.

En este vídeo se muestra cómo revisar los cuadernos de exploración de datos y definiciones de 
candidatos generados por Amazon SageMaker Autopilot. (Duración: 10:04)

Amazon SageMaker Studio - AutoML con Amazon SageMaker Autopilot (parte 2)

Ajuste de modelos para optimizar el rendimiento

Este vídeo muestra cómo optimizar el rendimiento del modelo durante el entrenamiento mediante el 
ajuste de hiperparámetros. (Duración: 4:59)

Cree un trabajo de regresión o clasificación mediante la API AutoML 165

https://sagemaker-examples.readthedocs.io/en/latest/autopilot/custom-feature-selection/Feature_selection_autopilot.html
https://www.youtube.com/embed/qMEtqJPhqpA
https://www.youtube.com/embed/WsfRAeGzgm8


Amazon SageMaker Guía para desarrolladores

SageMaker Studio - AutoML con Amazon SageMaker Autopilot (parte 3)

Elegir e implementar el mejor modelo

En este vídeo se muestra cómo utilizar las métricas de trabajo para elegir el mejor modelo y, a 
continuación, cómo implementarlo. (Duración: 5:20)

SageMaker Studio - AutoML con Amazon SageMaker Autopilot (parte 4)

Tutorial de Amazon SageMaker Autopilot

Este vídeo muestra una demostración integral en la que primero creamos un modelo de clasificación 
binaria de forma automática con Amazon SageMaker Autopilot. Vemos cómo los modelos 
candidatos se han construido y optimizado mediante blocs de notas generados automáticamente. 
También analizamos a los mejores candidatos con Amazon SageMaker Experiments. Por último, 
seleccionamos al mejor candidato (basado en XGBoost) y configuramos la captura de datos con 
SageMaker Model Monitor.

Demostración integral con AutoML activado SageMaker

Tutoriales: Cómo empezar a usar Amazon SageMaker Autopilot

Los tutoriales de introducción a Piloto automático muestran cómo crear un modelo de machine 
learning de forma automática sin tener que escribir código. Muestran que el uso de Piloto automático 
simplifica la experiencia de machine learning, ya que le ayuda a explorar sus datos y a probar 
distintos algoritmos. Piloto automático crea el mejor modelo de machine learning para el tipo de 
problema específico utilizando las capacidades de AutoML; al mismo tiempo, le otorga un control y 
una visibilidad totales.

• Crear un modelo de machine learning de forma automática con Piloto automático: en este tutorial, 
usted adopta el papel de un desarrollador que trabaja en un banco. Se le ha pedido que desarrolle 
un modelo de machine learning para predecir si los clientes se inscribirán o no en un certificado 
de depósito (CD). Se trata de un problema de clasificación binaria. El modelo se entrena con 
el conjunto de datos de marketing que contiene la información demográfica de los clientes, sus 
respuestas a eventos de marketing y factores externos.
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Cree un trabajo de AutoML para la clasificación de imágenes mediante la 
API

Las siguientes instrucciones muestran cómo crear un trabajo de Amazon SageMaker Autopilot como 
experimento piloto para tipos de problemas de clasificación de imágenes mediante SageMaker API 
Reference.

Note

Las tareas como la clasificación de textos e imágenes, la previsión de series temporales y 
el ajuste de modelos lingüísticos de gran tamaño están disponibles exclusivamente a través 
de la versión 2 de la API de piloto automático. Para los usuarios de Python, recomendamos 
utilizar el, AWS SDK for Python (Boto3)ya que el SDK de Amazon SageMaker Python no es 
compatible actualmente con la versión 2 de la API de piloto automático.
Los usuarios que prefieran la comodidad de una interfaz de usuario pueden usar Amazon 
SageMaker Canvas para acceder a modelos previamente entrenados y modelos básicos de 
IA generativa, o crear modelos personalizados adaptados a textos específicos, clasificación 
de imágenes, necesidades de previsión o IA generativa.

Puede crear un experimento de clasificación de imágenes con piloto automático mediante 
programación llamando a la acción de la CreateAutoMLJobV2API en cualquier idioma compatible 
con Amazon SageMaker Autopilot o el. AWS CLI

Para obtener información sobre cómo se traduce esta acción de API en una función en el lenguaje 
que usted prefiera, consulte la sección Véase también de CreateAutoMLJobV2 y seleccione un 
SDK. Como ejemplo, para los usuarios de Python, consulte la sintaxis de solicitud completa de
create_auto_ml_job_v2 en AWS SDK for Python (Boto3).

Lo que sigue es una colección de parámetros de solicitud de entrada obligatorios y opcionales para 
la acción de API CreateAutoMLJobV2 utilizada en la clasificación de imágenes.

Parámetros necesarios

Al llamar a CreateAutoMLJobV2 para crear un experimento de Piloto automático para la 
clasificación de imágenes, debe proporcionar los siguientes valores:

• Un AutoMLJobName para especificar el nombre del trabajo.
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• Al menos un AutoMLJobChannel en AutoMLJobInputDataConfig para especificar el origen 
de datos.

• Un AutoMLProblemTypeConfig del tipo ImageClassificationJobConfig.

• Una OutputDataConfig para especificar la ruta de salida de Amazon S3 a fin de almacenar los 
artefactos de su trabajo de AutoML.

• Un RoleArn para especificar el ARN del rol utilizado para acceder a sus datos.

Todos los demás parámetros son opcionales.

Parámetros opcionales

En las siguientes secciones, se proporcionan detalles sobre algunos parámetros opcionales que 
puede transferir al trabajo AutoML de clasificación de imágenes.

Cómo especificar los conjuntos de datos de entrenamiento y validación de un trabajo de AutoML

Puede proporcionar su propio conjunto de datos de validación y una tasa de división de datos 
personalizada, o puede dejar que Piloto automático divida el conjunto de datos automáticamente.

Cada AutoMLJobChannelobjeto (consulte el parámetro obligatorio AutoML JobInputDataConfig) 
tiene unChannelType, que se puede establecer en validation valores que especifican cómo se 
utilizarán los datos al crear un modelo de aprendizaje automático. training

Debe proporcionar al menos un origen de datos y un máximo de dos: uno para los datos de 
entrenamiento y otro para los datos de validación. La forma de dividir los datos en conjuntos de datos 
de entrenamiento y validación depende de si tiene uno o dos orígenes de datos.

La forma de dividir los datos en conjuntos de datos de entrenamiento y validación depende de si 
tiene uno o dos orígenes de datos.

• Si solo tiene un origen de datos, el ChannelType se establece en training de forma 
predeterminada y debe tener este valor.

• Si el valor ValidationFraction en AutoMLDataSplitConfig no está establecido, el 20 % 
(0,2) de los datos de este origen se utiliza para la validación de forma predeterminada.

• Si la ValidationFraction se establece en un valor entre 0 y 1, el conjunto de datos se divide 
en función del valor especificado, donde el valor especifica la fracción del conjunto de datos 
utilizada para la validación.
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• Si tiene dos orígenes de datos, el ChannelType de uno de los objetos de AutoMLJobChannel
debe establecerse en training, el valor predeterminado. El ChannelType del otro origen de 
datos debe estar establecido en validation. Los dos orígenes de datos deben tener el mismo 
formato, CSV o Parquet, y el mismo esquema. En este caso, no debe establecer el valor de
ValidationFraction, ya que todos los datos de cada origen se utilizan para el entrenamiento o 
la validación. Si se configura este valor, se producirá un error.

Cómo especificar la configuración de implementación automática de modelos para un trabajo de 
AutoML

Para permitir la implementación automática del mejor candidato modelo para un trabajo de AutoML, 
incluya un ModelDeployConfig en la solicitud de trabajo de AutoML. Esto permitirá implementar 
el mejor modelo en un SageMaker punto final. A continuación, se muestran las configuraciones 
disponibles para la personalización.

• Para permitir que Piloto automático genere el nombre del punto de conexión, configure
AutoGenerateEndpointName en True.

• Si desea proporcionar su propio nombre para el punto de conexión, configure
AutoGenerateEndpointName to False and provide a name of your choice in
EndpointName.

Formato de conjuntos de datos y métrica objetivo para la clasificación de imágenes

En esta sección, descubriremos cuáles son los formatos disponibles para los conjuntos de datos 
utilizados en la clasificación de imágenes, y veremos cuál es la métrica objetivo utilizada para evaluar 
la calidad predictiva de los candidatos a modelo de machine learning. Las métricas calculadas para 
los candidatos se especifican mediante una serie de MetricDatumtipos.

Formatos de conjuntos de datos

Piloto automático admite los formatos de imagen .png, .jpg y .jpeg. Si su conjunto de datos solo 
contiene imágenes .png, use image/png; si solo contiene imágenes .jpg o .jpeg, use image/jpeg, 
y si contiene una combinación de formatos de imagen, utilice image/*.

Métrica objetiva

La siguiente lista contiene los nombres de las métricas que están disponibles actualmente para medir 
el rendimiento de los modelos para la clasificación de imágenes.
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Accuracy

La relación entre el número de elementos clasificados correctamente y el número total de 
elementos clasificados (correcta e incorrectamente). La precisión mide el grado de aproximación 
de los valores de clase pronosticados con respecto a los valores reales. Los valores de las 
métricas de precisión varían entre cero (0) y uno (1). Un valor de 1 indica una precisión perfecta y 
un 0 indica una imprecisión perfecta.

Implementación y predicción en modelos de Piloto automático

Esta guía de Piloto automático incluye los pasos para la implementación del modelo y la 
configuración de la inferencia en tiempo real.

Después de entrenar los modelos de Piloto automático, puede configurar un punto de conexión y 
obtener predicciones de forma interactiva.

Inferencia en tiempo real

La inferencia en tiempo real es idónea para cargas de trabajo de inferencia con requisitos en tiempo 
real, interactivos y de baja latencia. Esta sección le muestra cómo puede usar la inferencia en tiempo 
real para obtener predicciones de forma interactiva a partir de su modelo.

Puede usar SageMaker las API para implementar manualmente el modelo que produjo la mejor 
métrica de validación en un experimento de piloto automático de la siguiente manera.

También puede elegir la opción de implementación automática al crear el experimento de Piloto 
automático. Para obtener más información sobre cómo configurar la implementación automática de 
modelos, consulte ModelDeployConfig en los parámetros de solicitud de CreateAutoMLJobV2. 
Esto crea un punto de conexión automáticamente.

Note

Para evitar incurrir en cargos innecesarios, puede eliminar los puntos de conexión y los 
recursos innecesarios creados a partir de la implementación del modelo. Para obtener 
información sobre los precios de las instancias por región, consulta Amazon SageMaker 
Pricing.

1. Obtener las definiciones del contenedor del candidato
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Obtenga las definiciones de contenedores candidatas en InferenceContainers. Una definición de 
contenedor para la inferencia se refiere al entorno contenerizado diseñado para implementar y 
ejecutar el SageMaker modelo entrenado a fin de realizar predicciones.

El siguiente ejemplo de AWS CLI comando usa la API DescribeAutoMLJobv2 para obtener las 
definiciones candidatas para el mejor modelo candidato.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name job-name --region region

2. Enumerar los candidatos

El siguiente ejemplo de AWS CLI comando usa la API ListCandidatesForAutoMLJob para 
enumerar todos los modelos candidatos.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

3. Crea un modelo SageMaker

Utilice las definiciones de contenedor de los pasos anteriores y un candidato de su elección para 
crear un SageMaker modelo mediante la CreateModelAPI. Observe el siguiente comando AWS 
CLI como ejemplo.

aws sagemaker create-model --model-name '<your-candidate-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

4. Crear la configuración de un punto de conexión

El siguiente ejemplo de AWS CLI comando usa la CreateEndpointConfigAPI para crear una 
configuración de punto final.

aws sagemaker create-endpoint-config --endpoint-config-name '<your-endpoint-config-
name>' \ 
                    --production-variants '<list-of-production-variants>' \ 
                    --region '<region>'

5. Crear el punto de conexión

En el siguiente AWS CLI ejemplo, se utiliza la CreateEndpointAPI para crear el punto final.
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aws sagemaker create-endpoint --endpoint-name '<your-endpoint-name>' \ 
                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
                    --region '<region>'

Compruebe el progreso de la implementación de su punto final mediante la DescribeEndpointAPI. 
Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Cuando EndpointStatus cambie a InService, el punto de conexión estará listo para usarse 
en la inferencia en tiempo real.

6. Invocar al punto de conexión

La siguiente estructura de comandos invoca el punto de conexión para realizar inferencias en 
tiempo real.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
                  --region '<region>' --body '<your-data>' [--content-type] 
 '<content-type>' <outfile>

Informe de explicabilidad

Amazon SageMaker Autopilot proporciona un informe de explicabilidad para ayudar a explicar cómo 
el mejor candidato a modelo hace predicciones para los problemas de clasificación de imágenes. 
Este informe puede ayudar a ingenieros de ML, directores de producto y otras partes interesadas 
internas a comprender las características del modelo. Tanto los consumidores como los reguladores 
confían en la transparencia del machine learning para confiar en las decisiones tomadas en función 
de las predicciones del modelo e interpretarlas. Puede utilizar estas explicaciones para auditar y 
cumplir los requisitos reglamentarios, establecer la confianza en el modelo, respaldar la toma de 
decisiones y depurar y mejorar el rendimiento del modelo.

La función explicativa de Piloto automático para la clasificación de imágenes utiliza una estrategia de 
mapa visual de activación de clases (CAM) que produce un mapa de calor en el que la distribución 
y la intensidad de cada color resaltan las áreas de la imagen que más contribuyen a una predicción 
específica. Este método se basa en los componentes principales derivados de la implementación de
Eigen-CAM.
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Piloto automático genera el informe de explicabilidad como un archivo JSON. El informe incluye 
detalles del análisis que se basan en el conjunto de datos de validación. Cada muestra utilizada para 
generar el informe contiene la siguiente información.

• input_image_uri: el URI de Amazon S3 de la imagen de entrada tomado como entrada para el 
mapa de calor.

• heatmap_image_uri: el URI de Amazon S3 de la imagen del mapa de calor generado por Piloto 
automático.

• predicted_label: la clase de etiqueta pronosticada por el mejor modelo entrenado con Piloto 
automático.

• probability: la confianza con la que se predice la predicted_label.

Puede encontrar el prefijo Amazon S3 de los artefactos de explicabilidad 
generados para el mejor candidato en la respuesta a DescribeAutoMLJobV2 en
BestCandidate.CandidateProperties.CandidateArtifactLocations.Explainability.

Los siguientes ejemplos ilustran el aspecto de los mapas de calor en algunas muestras de Oxford-
IIIT Pet Dataset. La imagen del mapa de calor muestra gradientes de color que indican la importancia 
relativa de las diferentes características de la imagen. El color rojo representa las regiones que 
tienen mayor importancia a la hora de predecir la “etiqueta predictiva” de la imagen de entrada, en 
comparación con las características representadas por el color azul.
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Imagen de entrada Imagen de mapa de calor
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Informe de rendimiento del modelo

Un informe de calidad del SageMaker modelo de Amazon (también denominado informe de 
rendimiento) proporciona información valiosa e información de calidad sobre el mejor candidato 
modelo generado por un trabajo de AutoML. Incluye información sobre los detalles del trabajo, el 
tipo de problema del modelo, la función objetivo y diversas métricas. En esta sección, se detalla el 
contenido de un informe de rendimiento para los problemas de clasificación de imágenes y se explica 
cómo acceder a las métricas como datos sin procesar en un archivo JSON.

Puede encontrar el prefijo Amazon S3 de los artefactos de informe de calidad del modelo 
generados para el mejor candidato en la respuesta a DescribeAutoMLJobV2 en
BestCandidate.CandidateProperties.CandidateArtifactLocations.ModelInsights.

El informe de rendimiento consta de dos secciones:

• La primera sección contiene detalles sobre el trabajo de Piloto automático generado por el modelo.

• La segunda sección contiene un informe de calidad del modelo con varias métricas de 
rendimiento.

Detalles del trabajo en Piloto automático

Esta primera sección del informe proporciona información general sobre el trabajo de Piloto 
automático que ha generado el modelo. En estos detalles, se incluye la siguiente información.

• Nombre del candidato en Piloto automático: el nombre del candidato a mejor modelo.

• Nombre del trabajo en Piloto automático: el nombre del trabajo.

• Tipo de problema: el tipo de problema. En nuestro caso, clasificación de imágenes.

• Métrica objetiva: la métrica objetiva utilizada para optimizar el rendimiento del modelo. En nuestro 
caso, precisión.

• Dirección de optimización: indica si se debe minimizar o maximizar la métrica objetivo.

Informe de calidad del modelo

La información sobre la calidad del modelo se genera mediante la información sobre modelos 
de Piloto automático. El contenido del informe que se genera depende del tipo de problema que 
se aborde. El informe especifica el número de filas que se incluyeron en el conjunto de datos de 
evaluación y el momento en que se realizó la evaluación.
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Tablas de métricas

La primera parte del informe de calidad del modelo contiene tablas de métricas. Son las adecuadas 
para el tipo de problema que abordó el modelo.

La siguiente imagen es un ejemplo de una tabla de métricas generada por Piloto automático para un 
problema de clasificación de imágenes o textos. Muestra el nombre, el valor y la desviación estándar 
de la métrica.

Información gráfica sobre el rendimiento del modelo

La segunda parte del informe de calidad del modelo contiene información gráfica para ayudarle 
a evaluar el rendimiento del modelo. El contenido de esta sección depende del tipo de problema 
seleccionado.

Matriz de confusión

Una matriz de confusión es una forma de visualizar la precisión de las predicciones realizadas por un 
modelo para la clasificación binaria y multiclase de diferentes problemas.

Los componentes del gráfico de tasa de falsos positivos (FPR) y tasa de positivos reales (TPR) se 
definen de la siguiente manera.

• Predicciones correctas

• Positivo real (TP): el valor predicho es 1 y el valor real es 1.

Cree un trabajo de clasificación de imágenes mediante la API AutoML 176



Amazon SageMaker Guía para desarrolladores

• Negativo real (TN): el valor predicho es 0 y el valor real es 0.

• Predicciones erróneas

• Positivo falso (FP): el valor predicho es 1, pero el valor real es 0.

• Falso negativo (FN): el valor predicho es 0, pero el valor real es 1.

La matriz de confusión del informe de calidad del modelo contiene lo siguiente.

• El número y el porcentaje de predicciones correctas e incorrectas para las etiquetas reales

• El número y el porcentaje de predicciones precisas en la diagonal desde la esquina superior 
izquierda hasta la esquina inferior derecha

• El número y el porcentaje de predicciones incorrectas en la diagonal desde la esquina superior 
derecha hasta la esquina inferior izquierda

Las predicciones incorrectas en una matriz de confusión son los valores de confusión.

El diagrama siguiente muestra un ejemplo de matriz de confusión para un problema de clasificación 
multiclase. La matriz de confusión del informe de calidad del modelo contiene lo siguiente.

• El eje vertical se divide en tres filas que contienen tres etiquetas reales diferentes.

• El eje horizontal se divide en tres columnas que contienen las etiquetas que predijo el modelo.

• La barra de colores asigna un tono más oscuro a un número mayor de muestras para indicar 
visualmente el número de valores que se clasificaron en cada categoría.

En el siguiente ejemplo, el modelo predijo correctamente 354 valores reales para la etiqueta f, 1094 
valores para la etiqueta i y 852 valores para la etiqueta m. La diferencia en el tono indica que el 
conjunto de datos no está equilibrado, ya que hay muchas más etiquetas para el valor i que para f o
m.
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La matriz de confusión del informe de calidad del modelo proporcionado puede incluir un máximo 
de 15 etiquetas para los tipos de problemas de clasificación multiclase. Si una fila correspondiente 
a una etiqueta muestra un valor Nan, significa que el conjunto de datos de validación utilizado para 
comprobar las predicciones del modelo no contiene datos con esa etiqueta.

Cree un trabajo de AutoML para la clasificación de textos mediante la API

Las siguientes instrucciones muestran cómo crear un trabajo de Amazon SageMaker Autopilot como 
experimento piloto para tipos de problemas de clasificación de textos mediante SageMaker API 
Reference.

Note

Las tareas como la clasificación de textos e imágenes, la previsión de series temporales y 
el ajuste de modelos lingüísticos de gran tamaño están disponibles exclusivamente a través 
de la versión 2 de la API de piloto automático. Para los usuarios de Python, recomendamos 
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utilizar el, AWS SDK for Python (Boto3)ya que el SDK de Amazon SageMaker Python no es 
compatible actualmente con la versión 2 de la API de piloto automático.
Los usuarios que prefieran la comodidad de una interfaz de usuario pueden usar Amazon 
SageMaker Canvas para acceder a modelos previamente entrenados y modelos básicos de 
IA generativa, o crear modelos personalizados adaptados a textos específicos, clasificación 
de imágenes, necesidades de previsión o IA generativa.

Puede crear un experimento de clasificación de texto con piloto automático mediante programación 
llamando a la acción de la CreateAutoMLJobV2API en cualquier idioma compatible con Amazon 
SageMaker Autopilot o el. AWS CLI

Para obtener información sobre cómo se traduce esta acción de API en una función en el lenguaje 
que usted prefiera, consulte la sección Véase también de CreateAutoMLJobV2 y seleccione un 
SDK. Como ejemplo, para los usuarios de Python, consulte la sintaxis de solicitud completa de
create_auto_ml_job_v2 en AWS SDK for Python (Boto3).

Lo que sigue es una colección de parámetros de solicitud de entrada obligatorios y opcionales para 
la acción de API CreateAutoMLJobV2 utilizada en la clasificación de textos.

Parámetros necesarios

Al llamar a CreateAutoMLJobV2 para crear un experimento de Piloto automático para la 
clasificación de textos, debe proporcionar los siguientes valores:

• Un AutoMLJobName para especificar el nombre del trabajo.

• Al menos un AutoMLJobChannel en AutoMLJobInputDataConfig para especificar el origen 
de datos.

• Un AutoMLProblemTypeConfig del tipo TextClassificationJobConfig.

• Una OutputDataConfig para especificar la ruta de salida de Amazon S3 a fin de almacenar los 
artefactos de su trabajo de AutoML.

• Un RoleArn para especificar el ARN del rol utilizado para acceder a sus datos.

Todos los demás parámetros son opcionales.
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Parámetros opcionales

En las siguientes secciones, se proporcionan detalles sobre algunos parámetros opcionales que 
puede transferir al trabajo AutoML de clasificación de textos.

Cómo especificar los conjuntos de datos de entrenamiento y validación de un trabajo de AutoML

Puede proporcionar su propio conjunto de datos de validación y una tasa de división de datos 
personalizada, o puede dejar que Piloto automático divida el conjunto de datos automáticamente.

Cada AutoMLJobChannelobjeto (consulte el parámetro obligatorio AutoML JobInputDataConfig) 
tiene unChannelType, que se puede establecer en validation valores que especifican cómo se 
utilizarán los datos al crear un modelo de aprendizaje automático. training

Debe proporcionar al menos un origen de datos y un máximo de dos: uno para los datos de 
entrenamiento y otro para los datos de validación. La forma de dividir los datos en conjuntos de datos 
de entrenamiento y validación depende de si tiene uno o dos orígenes de datos.

La forma de dividir los datos en conjuntos de datos de entrenamiento y validación depende de si 
tiene uno o dos orígenes de datos.

• Si solo tiene un origen de datos, el ChannelType se establece en training de forma 
predeterminada y debe tener este valor.

• Si el valor ValidationFraction en AutoMLDataSplitConfig no está establecido, el 20 % 
(0,2) de los datos de este origen se utiliza para la validación de forma predeterminada.

• Si la ValidationFraction se establece en un valor entre 0 y 1, el conjunto de datos se divide 
en función del valor especificado, donde el valor especifica la fracción del conjunto de datos 
utilizada para la validación.

• Si tiene dos orígenes de datos, el ChannelType de uno de los objetos de AutoMLJobChannel
debe establecerse en training, el valor predeterminado. El ChannelType del otro origen de 
datos debe estar establecido en validation. Los dos orígenes de datos deben tener el mismo 
formato, CSV o Parquet, y el mismo esquema. En este caso, no debe establecer el valor de
ValidationFraction, ya que todos los datos de cada origen se utilizan para el entrenamiento o 
la validación. Si se configura este valor, se producirá un error.
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Cómo especificar la configuración de implementación automática de modelos para un trabajo de 
AutoML

Para permitir la implementación automática del mejor candidato modelo para un trabajo de AutoML, 
incluya un ModelDeployConfig en la solicitud de trabajo de AutoML. Esto permitirá implementar 
el mejor modelo en un SageMaker punto final. A continuación, se muestran las configuraciones 
disponibles para la personalización.

• Para permitir que Piloto automático genere el nombre del punto de conexión, configure
AutoGenerateEndpointName en True.

• Si desea proporcionar su propio nombre para el punto de conexión, configure
AutoGenerateEndpointName to False and provide a name of your choice in
EndpointName.

Formato de conjuntos de datos y métrica objetivo para la clasificación de textos

En esta sección, descubriremos cuáles son los formatos disponibles para los conjuntos de datos 
utilizados en la clasificación de textos, y veremos cuál es la métrica utilizada para evaluar la calidad 
predictiva de los candidatos a modelo de machine learning. Las métricas calculadas para los 
candidatos se especifican mediante una serie de MetricDatumtipos.

Formatos de conjuntos de datos

Piloto automático admite datos tabulares formateados como archivos CSV o como archivos Parquet. 
En los datos tabulares, cada columna contiene una característica con un tipo de datos específico 
y cada fila contiene una observación. Las propiedades de estos dos formatos de archivo difieren 
considerablemente.

• El CSV (comma-separated-values) es un formato de archivo basado en filas que almacena los 
datos en texto plano legible para las personas y es una opción popular para el intercambio de 
datos, ya que es compatible con una amplia gama de aplicaciones.

• Parquet es un formato de archivo basado en columnas en el que los datos se almacenan y 
procesan de forma más eficiente que en los formatos de archivo basados en filas. Esto los 
convierte en una mejor opción para los problemas en macrodatos.

Los tipos de datos aceptados para las columnas son numéricos, categóricos y de texto.
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Piloto automático permite crear modelos de machine learning en grandes conjuntos de datos de 
hasta cientos de GB. Para obtener más información sobre los límites de recursos predeterminados 
para los conjuntos de datos de entrada y cómo aumentarlos, consulta las cuotas de Amazon 
SageMaker Autopilot.

Métrica objetiva

La siguiente lista contiene los nombres de las métricas que están disponibles actualmente para medir 
el rendimiento de los modelos para la clasificación de textos.

Accuracy

La relación entre el número de elementos clasificados correctamente y el número total de 
elementos clasificados (correcta e incorrectamente). La precisión mide el grado de aproximación 
de los valores de clase pronosticados con respecto a los valores reales. Los valores de las 
métricas de precisión varían entre cero (0) y uno (1). Un valor de 1 indica una precisión perfecta y 
un 0 indica una imprecisión perfecta.

Implementación y predicción en modelos de Piloto automático

Esta guía de Piloto automático incluye los pasos para la implementación del modelo y la 
configuración de la inferencia en tiempo real.

Después de entrenar los modelos de Piloto automático, puede configurar un punto de conexión y 
obtener predicciones de forma interactiva.

Inferencia en tiempo real

La inferencia en tiempo real es idónea para cargas de trabajo de inferencia con requisitos en tiempo 
real, interactivos y de baja latencia. Esta sección le muestra cómo puede usar la inferencia en tiempo 
real para obtener predicciones de forma interactiva a partir de su modelo.

Puede usar SageMaker las API para implementar manualmente el modelo que produjo la mejor 
métrica de validación en un experimento de piloto automático de la siguiente manera.

También puede elegir la opción de implementación automática al crear el experimento de Piloto 
automático. Para obtener más información sobre cómo configurar la implementación automática de 
modelos, consulte ModelDeployConfig en los parámetros de solicitud de CreateAutoMLJobV2. 
Esto crea un punto de conexión automáticamente.
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Note

Para evitar incurrir en cargos innecesarios, puede eliminar los puntos de conexión y los 
recursos innecesarios creados a partir de la implementación del modelo. Para obtener 
información sobre los precios de las instancias por región, consulta Amazon SageMaker 
Pricing.

1. Obtener las definiciones del contenedor del candidato

Obtenga las definiciones de contenedores candidatas en InferenceContainers. Una definición de 
contenedor para la inferencia se refiere al entorno contenerizado diseñado para implementar y 
ejecutar el SageMaker modelo entrenado a fin de realizar predicciones.

El siguiente ejemplo de AWS CLI comando usa la API DescribeAutoMLJobv2 para obtener las 
definiciones candidatas para el mejor modelo candidato.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name job-name --region region

2. Enumerar los candidatos

El siguiente ejemplo de AWS CLI comando usa la API ListCandidatesForAutoMLJob para 
enumerar todos los modelos candidatos.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

3. Crea un modelo SageMaker

Utilice las definiciones de contenedor de los pasos anteriores y un candidato de su elección para 
crear un SageMaker modelo mediante la CreateModelAPI. Observe el siguiente comando AWS 
CLI como ejemplo.

aws sagemaker create-model --model-name '<your-candidate-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

4. Crear la configuración de un punto de conexión
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El siguiente ejemplo de AWS CLI comando usa la CreateEndpointConfigAPI para crear una 
configuración de punto final.

aws sagemaker create-endpoint-config --endpoint-config-name '<your-endpoint-config-
name>' \ 
                    --production-variants '<list-of-production-variants>' \ 
                    --region '<region>'

5. Crear el punto de conexión

En el siguiente AWS CLI ejemplo, se utiliza la CreateEndpointAPI para crear el punto final.

aws sagemaker create-endpoint --endpoint-name '<your-endpoint-name>' \ 
                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
                    --region '<region>'

Compruebe el progreso de la implementación de su punto final mediante la DescribeEndpointAPI. 
Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Cuando EndpointStatus cambie a InService, el punto de conexión estará listo para usarse 
en la inferencia en tiempo real.

6. Invocar al punto de conexión

La siguiente estructura de comandos invoca el punto de conexión para realizar inferencias en 
tiempo real.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
                  --region '<region>' --body '<your-data>' [--content-type] 
 '<content-type>' <outfile>

Informe de explicabilidad

Amazon SageMaker Autopilot proporciona un informe de explicabilidad para ayudar a explicar cómo 
el mejor candidato a modelo hace predicciones para los problemas de clasificación de textos. Este 
informe puede ayudar a ingenieros de ML, directores de producto y otras partes interesadas internas 
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a comprender las características del modelo. Tanto los consumidores como los reguladores confían 
en la transparencia del machine learning para confiar en las decisiones tomadas en función de las 
predicciones del modelo e interpretarlas. Puede utilizar estas explicaciones para auditar y cumplir los 
requisitos reglamentarios, establecer la confianza en el modelo, respaldar la toma de decisiones y 
depurar y mejorar el rendimiento del modelo.

La función explicativa de Piloto automático para la clasificación de textos utiliza el método de 
atribución axiomática Integrated Gradients. Este enfoque se basa en una implementación de
Axiomatic Attribution for Deep Network.

Piloto automático genera el informe de explicabilidad como un archivo JSON. El informe incluye 
detalles del análisis que se basan en el conjunto de datos de validación. Cada muestra utilizada para 
generar el informe contiene la siguiente información.

• text: se explica el contenido del texto introducido.

• token_scores: la lista de puntuaciones de cada token del texto.

• • attribution: la puntuación que muestra la importancia del token.

• description.partial_text: la subcadena parcial que representa el token.

• predicted_label: la clase de etiqueta pronosticada por el mejor candidato para el modelo.

• probability: la confianza con la que se predijo la predicted_label.

Puede encontrar el prefijo Amazon S3 de los artefactos de explicabilidad 
generados para el mejor candidato en la respuesta a DescribeAutoMLJobV2 en
BestCandidate.CandidateProperties.CandidateArtifactLocations.Explainability.

Lo que sigue es un ejemplo del contenido de análisis que puede encontrar en los artefactos de 
explicabilidad.

{ 
    "text": "It was a fantastic movie!", 
    "predicted_label": 2, 
    "probability": 0.9984835, 
    "token_scores": [ 
        { 
            "attribution": 0, 
            "description": { 
                "partial_text": "It" 
            } 
        }, 

Cree un trabajo de clasificación de texto mediante la API AutoML 185

https://arxiv.org/pdf/1703.01365.pdf
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJobV2.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CandidateArtifactLocations.html#sagemaker-Type-CandidateArtifactLocations-Explainability


Amazon SageMaker Guía para desarrolladores

        { 
            "attribution": -0.022447118861679088, 
            "description": { 
                "partial_text": "was" 
            } 
        }, 
        { 
            "attribution": -0.2164326456817965, 
            "description": { 
                "partial_text": "a" 
            } 
        }, 
        { 
            "attribution": 0.675, 
            "description": { 
                "partial_text": "fantastic" 
            } 
        }, 
        { 
            "attribution": 0.416, 
            "description": { 
                "partial_text": "movie!" 
            } 
        } 
    ]
}

En este ejemplo del informe JSON, la funcionalidad explicativa evalúa el texto It was a 
fantastic movie! y puntúa la contribución de cada uno de sus tokens a la etiqueta global 
prevista. La etiqueta pronosticada es 2: un sentimiento muy positivo, con una probabilidad del 
99,85 %. A continuación, el ejemplo de JSON detalla la contribución de cada token individual a esta 
predicción. Por ejemplo, el token fantastic tiene una atribución más fuerte que el token was. Es el 
token que más ha contribuido a la predicción final.

Informe de rendimiento del modelo

Un informe de calidad de un SageMaker modelo de Amazon (también denominado informe de 
rendimiento) proporciona información valiosa y de calidad para el mejor candidato modelo generado 
por un trabajo de AutoML. Incluye información sobre los detalles del trabajo, el tipo de problema 
del modelo, la función objetivo y diversas métricas. En esta sección, se detalla el contenido de un 
informe de rendimiento para los problemas de clasificación de textos y se explica cómo acceder a las 
métricas como datos sin procesar en un archivo JSON.
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Puede encontrar el prefijo Amazon S3 de los artefactos de informe de calidad del modelo 
generados para el mejor candidato en la respuesta a DescribeAutoMLJobV2 en
BestCandidate.CandidateProperties.CandidateArtifactLocations.ModelInsights.

El informe de rendimiento consta de dos secciones:

• La primera sección contiene detalles sobre el trabajo de Piloto automático generado por el modelo.

• La segunda sección contiene un informe de calidad del modelo con varias métricas de 
rendimiento.

Detalles del trabajo en Piloto automático

Esta primera sección del informe proporciona información general sobre el trabajo de Piloto 
automático que ha generado el modelo. En estos detalles, se incluye la siguiente información.

• Nombre del candidato en Piloto automático: el nombre del candidato a mejor modelo.

• Nombre del trabajo en Piloto automático: el nombre del trabajo.

• Tipo de problema: el tipo de problema. En nuestro caso, clasificación de textos.

• Métrica objetiva: la métrica objetiva utilizada para optimizar el rendimiento del modelo. En nuestro 
caso, precisión.

• Dirección de optimización: indica si se debe minimizar o maximizar la métrica objetivo.

Informe de calidad del modelo

La información sobre la calidad del modelo se genera mediante la información sobre modelos 
de Piloto automático. El contenido del informe que se genera depende del tipo de problema que 
se aborde. El informe especifica el número de filas que se incluyeron en el conjunto de datos de 
evaluación y el momento en que se realizó la evaluación.

Tablas de métricas

La primera parte del informe de calidad del modelo contiene tablas de métricas. Son las adecuadas 
para el tipo de problema que abordó el modelo.

La siguiente imagen es un ejemplo de una tabla de métricas generada por Piloto automático para un 
problema de clasificación de imágenes o textos. Muestra el nombre, el valor y la desviación estándar 
de la métrica.
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Información gráfica sobre el rendimiento del modelo

La segunda parte del informe de calidad del modelo contiene información gráfica para ayudarle 
a evaluar el rendimiento del modelo. El contenido de esta sección depende del tipo de problema 
seleccionado.

Matriz de confusión

Una matriz de confusión es una forma de visualizar la precisión de las predicciones realizadas por un 
modelo para la clasificación binaria y multiclase de diferentes problemas.

Los componentes del gráfico de tasa de falsos positivos (FPR) y tasa de positivos reales (TPR) se 
definen de la siguiente manera.

• Predicciones correctas

• Positivo real (TP): el valor predicho es 1 y el valor real es 1.

• Negativo real (TN): el valor predicho es 0 y el valor real es 0.

• Predicciones erróneas

• Positivo falso (FP): el valor predicho es 1, pero el valor real es 0.

• Falso negativo (FN): el valor predicho es 0, pero el valor real es 1.

La matriz de confusión del informe de calidad del modelo contiene lo siguiente.
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• El número y el porcentaje de predicciones correctas e incorrectas para las etiquetas reales

• El número y el porcentaje de predicciones precisas en la diagonal desde la esquina superior 
izquierda hasta la esquina inferior derecha

• El número y el porcentaje de predicciones incorrectas en la diagonal desde la esquina superior 
derecha hasta la esquina inferior izquierda

Las predicciones incorrectas en una matriz de confusión son los valores de confusión.

El diagrama siguiente muestra un ejemplo de matriz de confusión para un problema de clasificación 
multiclase. La matriz de confusión del informe de calidad del modelo contiene lo siguiente.

• El eje vertical se divide en tres filas que contienen tres etiquetas reales diferentes.

• El eje horizontal se divide en tres columnas que contienen las etiquetas que predijo el modelo.

• La barra de colores asigna un tono más oscuro a un número mayor de muestras para indicar 
visualmente el número de valores que se clasificaron en cada categoría.

En el siguiente ejemplo, el modelo predijo correctamente 354 valores reales para la etiqueta f, 1094 
valores para la etiqueta i y 852 valores para la etiqueta m. La diferencia en el tono indica que el 
conjunto de datos no está equilibrado, ya que hay muchas más etiquetas para el valor i que para f o
m.
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La matriz de confusión del informe de calidad del modelo proporcionado puede incluir un máximo 
de 15 etiquetas para los tipos de problemas de clasificación multiclase. Si una fila correspondiente 
a una etiqueta muestra un valor Nan, significa que el conjunto de datos de validación utilizado para 
comprobar las predicciones del modelo no contiene datos con esa etiqueta.

Cree un trabajo de AutoML para la previsión de series temporales mediante 
la API

En machine learning, la previsión se refiere al proceso de predecir los resultados o tendencias 
futuros en función de patrones y datos históricos. Al analizar datos de series temporales pasadas e 
identificar los patrones subyacentes, los algoritmos de machine learning pueden hacer predicciones 
y proporcionar información valiosa sobre el comportamiento futuro. Al pronosticar, el objetivo es 
desarrollar modelos que puedan capturar con precisión la relación entre las variables de entrada y la 
variable objetivo a lo largo del tiempo. Esto implica examinar varios factores, como las tendencias, 
la estacionalidad y otros patrones relevantes de los datos. La información recopilada se utiliza 
luego para entrenar un modelo de machine learning. El modelo entrenado es capaz de generar 
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predicciones tomando nuevos datos de entrada y aplicando las relaciones y los patrones aprendidos. 
Puede proporcionar pronósticos para una amplia gama de casos de uso, como proyecciones de 
ventas, tendencias del mercado de valores, pronósticos meteorológicos, pronósticos de demanda y 
muchos más.

Las siguientes instrucciones muestran cómo crear un trabajo de Amazon SageMaker Autopilot como 
experimento piloto para tipos de problemas de previsión de series temporales mediante SageMaker 
API Reference.

Note

Las tareas como la clasificación de textos e imágenes, la previsión de series temporales y el 
ajuste de modelos lingüísticos de gran tamaño están disponibles exclusivamente a través de 
la versión 2 de la API de Autopilot. Para los usuarios de Python, recomendamos utilizar el,
AWS SDK for Python (Boto3)ya que el SDK de Amazon SageMaker Python no es compatible 
actualmente con la versión 2 de la API de piloto automático.
Los usuarios que prefieran la comodidad de una interfaz de usuario pueden usar Amazon 
SageMaker Canvas para acceder a modelos previamente entrenados y modelos básicos de 
IA generativa, o crear modelos personalizados adaptados a textos específicos, clasificación 
de imágenes, necesidades de previsión o IA generativa.

Puede crear un experimento de previsión de series temporales con piloto automático mediante 
programación llamando a la CreateAutoMLJobV2API en cualquier idioma compatible con Amazon 
Autopilot o el. SageMaker AWS CLI

Para obtener información sobre cómo se traduce esta acción de API en una función en el lenguaje 
que usted prefiera, consulte la sección Véase también de CreateAutoMLJobV2 y seleccione un 
SDK. Como ejemplo, para los usuarios de Python, consulte la sintaxis de solicitud completa de
create_auto_ml_job_v2 en AWS SDK for Python (Boto3).

Piloto automático entrena a varios modelos candidatos con su serie temporal objetivo y, a 
continuación, selecciona un modelo de pronóstico óptimo para una métrica objetivo determinada. 
Cuando los candidatos a modelo hayan recibido entrenamiento, podrá encontrar las mejores 
métricas candidatas en la respuesta a DescribeAutoMLJobV2 en BestCandidate.

En las siguientes secciones se definen los parámetros de solicitud de entrada obligatorios y 
opcionales para la API CreateAutoMLJobV2 utilizada en la previsión de series temporales.
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Note

Consulte el cuaderno Previsión de series temporales con Amazon SageMaker Autopilot 
para ver un ejemplo práctico y práctico de previsión de series temporales. En este cuaderno, 
utiliza Amazon SageMaker Autopilot para entrenar un modelo de series temporales y producir 
predicciones utilizando el modelo entrenado. El cuaderno proporciona instrucciones para 
recuperar un conjunto de datos históricos tabulares listo para usar en Amazon S3.

Requisitos previos

Antes de utilizar el piloto automático para crear un experimento de previsión de series temporales, 
asegúrese de SageMaker:

• Prepare su conjunto de datos de series temporales. La preparación del conjunto de datos implica 
recopilar datos relevantes de diversas fuentes, limpiarlos y filtrarlos para eliminar el ruido y las 
incoherencias y organizarlos en un formato estructurado. Consulte Formato de conjuntos de datos 
de series temporales y métodos de relleno de valores faltantes para obtener más información 
sobre los requisitos de formato de series temporales en Piloto automático. Si lo desea, puede 
complementar su conjunto de datos con el calendario de días festivos del país que elija para 
capturar los patrones asociados. Para obtener más información sobre los calendarios de días 
festivos, consulte Calendarios de días festivos nacionales.

• Coloque el conjunto de datos de serie temporal en un bucket de Amazon S3.

• Conceda acceso completo al bucket de Amazon S3 que contiene los datos de entrada para la 
función de SageMaker ejecución utilizada para ejecutar el experimento. Una vez hecho esto, 
puede usar el ARN de este rol de ejecución en las solicitudes de la API de Piloto automático.

• Para obtener información sobre cómo recuperar su función SageMaker de ejecución, 
consulteObtener un rol de ejecución.

• Para obtener información sobre cómo conceder permisos a su función de SageMaker ejecución 
para acceder a uno o más buckets específicos en Amazon S3, consulte Añadir permisos 
adicionales de Amazon S3 a una función de SageMaker ejecución enCreación de un rol de 
ejecución.
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Parámetros necesarios

Al llamar a CreateAutoMLJobV2 para crear un experimento de Piloto automático a fin de realizar 
una previsión de series temporales, debe proporcionar los siguientes valores:

• Un AutoMLJobName para especificar el nombre del trabajo. El nombre debe ser del tipo string y 
tener una longitud de caracteres de entre 1 y 32.

• Al menos un AutoMLJobChannel en AutoMLJobInputDataConfig, en el que usted 
especifique el nombre del bucket de Amazon S3 que contiene sus datos. Si lo desea, puede 
especificar el contenido (archivos CSV o Parquet) y los tipos de compresión (GZip).

• Un AutoMLProblemTypeConfig del tipo TimeSeriesForecastingJobConfig para 
configurar los ajustes de su trabajo de previsión de series temporales. Es especialmente 
importante que especifique lo siguiente:

• La frecuencia de las predicciones; es decir, la granularidad deseada (por hora, día, mes, etc.) de 
su previsión.

Los intervalos válidos son un número entero seguido de Y (año), M (mes), W (semana), D (día), H
(hora) y min (minuto). Por ejemplo, 1D indica todos los días y 15min indica cada 15 minutos. El 
valor de una frecuencia no debe superponerse con la siguiente frecuencia mayor. Por ejemplo, 
debe utilizar una frecuencia de 1H en lugar de 60min.

Los valores válidos de cada frecuencia son los siguientes:

• Minuto: de 1 a 59

• Hora: de 1 a 23

• Día: de 1 a 6

• Semana: de 1 a 4

• Mes: de 1 a 11

• Año: 1

• El horizonte de predicciones de su pronóstico; es decir, el número de intervalos de tiempo que 
predice el modelo. El horizonte de previsión también se denomina longitud de predicción. El 
horizonte máximo de previsión es 500 intervalos temporales o 1/4 de los intervalos temporales 
del conjunto de datos (el valor más pequeño).

• A, TimeSeriesConfigen la que define el esquema de su conjunto de datos para asignar los 
encabezados de las columnas a su pronóstico especificando:
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• Un TargetAttributeName: la columna que contiene los datos históricos del campo objetivo 
que se va a pronosticar.

• Un TimestampAttributeName: la columna que contiene un punto en el tiempo en el que se 
registra el valor objetivo de un elemento determinado.

• Un ItemIdentifierAttributeName: la columna que contiene los identificadores de los 
elementos para los que desea predecir el valor objetivo.

Lo que sigue es un ejemplo de estos parámetros de solicitud. En este ejemplo, está configurando 
una previsión diaria para la cantidad o el nivel de demanda esperados de artículos específicos 
durante un periodo de 20 días.

"AutoMLProblemTypeConfig": {  
        "ForecastFrequency": "D", 
        "ForecastHorizon": 20, 
        "TimeSeriesConfig": { 
            "TargetAttributeName": "demand", 
            "TimestampAttributeName": "timestamp", 
            "ItemIdentifierAttributeName": "item_id" 
        },

• Una OutputDataConfig para especificar la ruta de salida de Amazon S3 a fin de almacenar los 
artefactos de su trabajo de AutoML.

• Un RoleArn para especificar el ARN del rol utilizado para acceder a sus datos. Puede utilizar el 
ARN de la función de ejecución a la que ha concedido acceso a sus datos.

Todos los demás parámetros son opcionales. Por ejemplo, puede establecer cuantiles de previsión 
específicos, elegir un método de relleno para los valores que faltan en el conjunto de datos o definir 
cómo agregar los datos que no se ajustan a la frecuencia de la previsión. Para saber cómo configurar 
esos parámetros adicionales, consulte Parámetros opcionales.

Parámetros opcionales

En las siguientes secciones, se proporcionan detalles de algunos parámetros opcionales que puede 
pasar a la predicción de series temporales de AutoML.

Cómo especificar cuantiles personalizados

Piloto automático entrena a seis modelos candidatos con su serie temporal objetivo; luego, combina 
estos modelos con un método de conjunto de apilamiento a fin de crear un modelo de previsión 
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óptimo para una métrica objetivo determinada. Cada modelo de pronóstico de Piloto automático 
genera un pronóstico probabilístico con pronósticos en cuantiles de entre P1 y P99. Estos cuantiles 
se utilizan para contabilizar la incertidumbre de las previsiones. De forma predeterminada, se 
generarán pronósticos para los valores 0,1 (p10), 0,5 (p50) y 0,9 (p90). Puede especificar sus 
propios cuantiles.

En el piloto automático, puede especificar hasta cinco cuantiles de pronóstico, desde 0.01 (p1) 
hasta 0.99 (p99), mediante incrementos de 0.01 o más en el atributo de. ForecastQuantiles
TimeSeriesForecastingJobConfig

En este ejemplo, se configura una previsión diaria de los percentiles 10, 25, 50, 75 y 90 para la 
cantidad o el nivel de demanda esperados de artículos específicos durante un periodo de 20 días.

"AutoMLProblemTypeConfig": {  
        "ForecastFrequency": "D", 
        "ForecastHorizon": 20, 
        "ForecastQuantiles": ["p10", "p25", "p50", "p75", "p90"], 
        "TimeSeriesConfig": { 
            "TargetAttributeName": "demand", 
            "TimestampAttributeName": "timestamp", 
            "ItemIdentifierAttributeName": "item_id" 
        },

Cómo agregar datos para distintas frecuencias de previsión

Para crear un modelo de previsión (también denominado el mejor modelo candidato del 
experimento), debe especificar una frecuencia de previsión. La frecuencia de previsión determina 
la frecuencia de las predicciones en sus previsiones. Por ejemplo, las previsiones de ventas 
mensuales. El mejor modelo de Piloto automático puede generar pronósticos para frecuencias de 
datos superiores a la frecuencia con la que se registran los datos.

Durante el entrenamiento, Piloto automático agrega cualquier dato que no se ajuste a la frecuencia 
de previsión que especifique. Por ejemplo, puede que tenga algunos datos diarios, pero que 
especifique una frecuencia de previsión semanal. Piloto automático ajusta los datos diarios en 
función de la semana a la que pertenecen. Luego, Piloto automático los combina en un solo registro 
para cada semana.

Durante la agregación, el método de transformación predeterminado consiste en sumar los 
datos. Puede configurar la agregación al crear su trabajo de AutoML en el Transformations
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atributo de. TimeSeriesForecastingJobConfig Los métodos de agregación compatibles son sum
(predeterminado), avg, first, min y max. La agregación solo se admite en la columna de destino.

En el siguiente ejemplo, configura la agregación para calcular la media de las previsiones 
promocionales individuales y proporcionar los valores finales de las previsiones agregadas.

"Transformations": { 
            "Aggregation": { 
                "promo": "avg" 
            } 
        }

Cómo gestionar los valores que faltan en los conjuntos de datos de entrada

Piloto automático proporciona varios métodos de relleno para gestionar los valores que faltan en 
las columnas objetivo y otras columnas numéricas de sus conjuntos de datos de series temporales. 
Para obtener información sobre la lista de métodos de relleno compatibles y su lógica de relleno 
disponible, consulte Gestión de valores que faltan.

Usted configura su estrategia de llenado en el Transformations atributo de
TimeSeriesForecastingJobConfigal crear su trabajo de AutoML.

Para configurar un método de relleno, debe proporcionar un par clave-valor:

• La clave es el nombre de la columna cuyo método de relleno quiera especificar.

• El valor asociado a la clave es un objeto que define la estrategia de relleno de esa columna.

Puede especificar varios métodos de relleno para una sola columna.

Para establecer un valor específico para el método de relleno, debe establecer el parámetro de 
relleno según el valor del método de relleno deseado (por ejemplo, "backfill" : "value") y 
definir el valor de relleno real en un parámetro adicional con el sufijo “_value”. Por ejemplo, para 
establecer backfill a un valor de 2, debe incluir dos parámetros: "backfill": "value" y
"backfill_value":"2".

En el siguiente ejemplo, se especifica la estrategia de relleno para la columna de datos incompleta 
(“precio”) de la siguiente manera: todos los valores faltantes entre el primer punto de datos de un 
artículo y el último se establecen en 0; después, todos los valores faltantes se rellenan con el valor 2
hasta la fecha de finalización del conjunto de datos.
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"Transformations": { 
            "Filling": { 
                "price": { 
                        "middlefill" : "zero", 
                        "backfill" : "value", 
                        "backfill_value": "2" 
                } 
            } 
        }

Cómo especificar una métrica objetivo

Piloto automático produce métricas de precisión para evaluar los modelos candidatos y ayudarlo 
a elegir cuál usar para generar pronósticos. Cuando ejecuta un experimento de previsión de 
series temporales, puede elegir AutoML para que Piloto automático optimice el predictor de forma 
automática, o puede elegir manualmente un algoritmo para su predictor.

De forma predeterminada, Piloto automático utiliza la pérdida de cuantil ponderada media. Sin 
embargo, puede configurar la métrica objetivo al crear su trabajo de AutoML en el MetricName
atributo de AutoML. JobObjective

Para ver la lista de algoritmos disponibles, consulte Compatibilidad de algoritmos para la previsión de 
series temporales.

Cómo incorporar la información sobre días festivos nacionales a su conjunto de datos

En Piloto automático, puede incorporar a su serie temporal un conjunto de datos, con ingeniería de 
características, con información sobre los días festivos nacionales. Piloto automático proporciona 
soporte nativo para los calendarios de días festivos de más de 250 países. Después de elegir un 
país, Piloto automático aplica el calendario de días festivos de ese país a todos los elementos de 
su conjunto de datos durante el entrenamiento. Esto permite que el modelo identifique los patrones 
asociados a días festivos específicos.

Puede habilitar la función navideña al crear su trabajo de AutoML pasando un
HolidayConfigAttributesobjeto al atributo de. HolidayConfig TimeSeriesForecastingJobConfig
El objeto HolidayConfigAttributes contiene el atributo CountryCode de dos letras que 
determina el país del calendario festivo nacional público que se utiliza para aumentar el conjunto de 
datos de series temporales.

Consulte Códigos de país para obtener una lista de calendarios compatibles y su código de país 
correspondiente.

Cree un trabajo de previsión de series temporales mediante la API AutoML 197

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLJobObjective.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLJobObjective.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLJobObjective.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HolidayConfigAttributes.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_TimeSeriesForecastingJobConfig.html


Amazon SageMaker Guía para desarrolladores

Cómo habilitar la implementación automática

Piloto automático le permite implementar automáticamente su modelo de pronóstico en un punto 
de conexión. Para permitir la implementación automática del mejor candidato modelo para un 
trabajo de AutoML, incluya un ModelDeployConfig en la solicitud de trabajo de AutoML. Esto 
permite implementar el mejor modelo en un punto final. SageMaker A continuación, se muestran las 
configuraciones disponibles para la personalización.

• Para permitir que Piloto automático genere el nombre del punto de conexión, configure
AutoGenerateEndpointName en True.

• Si desea proporcionar su propio nombre para el punto de conexión, configure
AutoGenerateEndpointName to False and provide a name of your choice in
EndpointName.

Formato de conjuntos de datos de series temporales y métodos de relleno de valores 
faltantes

Los datos de series temporales se refieren a un conjunto de observaciones o mediciones registradas 
a intervalos de tiempo regulares. En este tipo de datos, cada observación está asociada a una marca 
temporal o periodo de tiempo específico, lo que crea una secuencia de puntos de datos ordenados 
cronológicamente.

Las columnas específicas que incluya en su conjunto de datos de series temporales dependen de los 
objetivos del análisis y de los datos de los que disponga. Como mínimo, los datos de serie temporal 
se componen de una tabla de tres columnas:

• Una columna contiene identificadores únicos asignados a elementos individuales para hacer 
referencia a su valor en un momento específico.

• Otra columna representa el point-in-time valor o el objetivo para registrar el valor de un elemento 
determinado en un momento específico. Tras entrenar al modelo en esos valores objetivo, esta 
columna objetivo contiene los valores que el modelo predice con una frecuencia específica dentro 
de un horizonte definido.

• Además, se incluye una columna timestamp para registrar la fecha y la hora en que se midió el 
valor.

• Las columnas adicionales pueden contener otros factores que pueden influir en el rendimiento de 
la previsión. Por ejemplo, en un conjunto de datos de series temporales para el comercio minorista 
en el que el objetivo son las ventas o los ingresos, puede que haya funciones que proporcionen 
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información sobre las unidades vendidas, el identificador del producto, la ubicación de la tienda, el 
número de clientes y los niveles de inventario, así como indicadores covariables, como los datos 
meteorológicos o la información demográfica.

Note

Puede agregar a su serie temporal un conjunto de datos, con ingeniería de características, 
con información sobre los días festivos nacionales. Al incluir los días festivos en su modelo 
de series temporales, puede capturar los patrones periódicos que crean los días festivos. 
Esto ayuda a que sus pronósticos reflejen mejor la estacionalidad subyacente de sus datos. 
Para obtener información sobre los calendarios disponibles por país, consulte Calendarios de 
días festivos nacionales

Formato de conjuntos de datos para la previsión de series temporales

Piloto automático admite tipos de datos numéricos, categóricos, de texto y de fecha y hora. El tipo de 
datos de la columna objetivo debe ser numérico.

Piloto automático admite datos de serie temporal formateados como archivos CSV (opción 
predeterminada) o como archivos Parquet.

• El CSV (comma-separated-values) es un formato de archivo basado en filas que almacena los 
datos en texto plano legible para las personas. Es una opción popular para el intercambio de 
datos, ya que es compatible con una amplia gama de aplicaciones.

• Parquet es un formato de archivo basado en columnas en el que los datos se almacenan y 
procesan de forma más eficiente que en los formatos de archivo basados en filas. Esto los 
convierte en una mejor opción para los problemas en macrodatos.

Para obtener más información sobre los límites de recursos de los conjuntos de datos de series 
temporales para la previsión en Piloto automático, consulte Límites de recursos de previsión de 
series temporales de Amazon SageMaker Autopilot.

Gestión de valores que faltan

Un problema habitual en los datos de predicción de series temporales es la presencia de valores 
faltantes. Es posible que sus datos contengan valores faltantes por varias razones, como fallos de 
medición, problemas de formato, errores humanos o falta de información para registrar. Por ejemplo, 
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si pronostica la demanda de productos para una tienda minorista y un artículo está agotado o no 
está disponible, no habría datos de ventas que registrar mientras ese artículo estuviera agotado. Si 
están suficientemente extendidos, los valores faltantes pueden afectar de manera significativa a la 
precisión de un modelo.

Piloto automático proporciona varios métodos de relleno para gestionar los valores que faltan, con 
distintas estrategias para la columna objetivo y otras columnas adicionales. El llenado es el proceso 
de añadir valores estandarizados a las entradas que faltan en su conjunto de datos.

Consulte Cómo gestionar los valores que faltan en los conjuntos de datos de entrada para obtener 
información sobre cómo configurar el método para rellenar los valores faltantes en su conjunto de 
datos de series temporales.

Piloto automático admite los siguientes métodos de relleno.

• Rellenado frontal: rellena los valores faltantes entre el primer punto de datos registrado de todos 
los elementos y el punto de partida de cada elemento (cada elemento puede empezar en un 
momento diferente). Esto garantiza que los datos de cada elemento estén completos y abarquen 
desde el primer punto de datos registrado hasta su punto de partida respectivo.

• Relleno intermedio: rellena los valores que falten entre las fechas de inicio y finalización de los 
elementos del conjunto de datos.

• Relleno trasero: rellena los valores faltantes entre el último punto de datos de cada elemento (cada 
elemento puede detenerse en un momento diferente) y el último punto de datos registrado de 
todos los elementos.

• Relleno futuro: rellena los valores que falten entre el último punto de datos registrado entre todos 
los elementos y el final del horizonte de previsión.

La siguiente imagen proporciona una representación visual de los diferentes métodos de relleno.

Elección de una lógica de relleno

Al elegir una lógica de llenado, debe considerar cómo interpretará su modelo la lógica. Por ejemplo, 
en un caso comercial, registrar 0 ventas de un artículo disponible es diferente de registrar 0 ventas 
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de un artículo no disponible, ya que este último no implica una falta de interés del cliente en el 
artículo. Debido a esto, el relleno 0 en la columna de destino de la serie temporal podría causar que 
el predictor sea poco sesgado en sus predicciones, mientras que el relleno NaN podría pasar por 
alto las ocurrencias reales de 0 artículos disponibles que se venden y hacer que el predictor sea 
excesivamente sesgado.

Lógica de relleno

Puede llevar a cabo el relleno de la columna de destino y otras columnas numéricas en sus 
conjuntos de datos. Las columnas de destino tienen pautas y restricciones de llenado diferentes a las 
del resto de las columnas numéricas.

Directrices de llenado

Tipo de columna ¿Llenado por 
defecto?

Métodos 
de llenado 
admitidos

Lógica de 
llenado 
predeterminada

Lógica de relleno 
aceptada

Columna 
objetivo

Sí Llenado medio y 
final

0 • zero: llenado 
0.

• value: un 
número entero 
o float.

• nan: no un 
número.

• mean: el valor 
medio de la 
serie de datos.

• median: el 
valor mediano 
de la serie de 
datos.

• min: el valor 
mínimo de la 
serie de datos.
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Tipo de columna ¿Llenado por 
defecto?

Métodos 
de llenado 
admitidos

Lógica de 
llenado 
predeterminada

Lógica de relleno 
aceptada

• max: el valor 
máximo de la 
serie de datos.

Otras columnas 
numéricas

No Llenado medio, 
final y futuro

No hay valor 
predeterminado

• zero: llenado 
0.

• value: un 
valor entero o 
float.

• mean: el valor 
medio de la 
serie de datos.

• median: el 
valor mediano 
de la serie de 
datos.

• min: el valor 
mínimo de la 
serie de datos.

• max: el valor 
máximo de la 
serie de datos.

Note

Tanto para la columna objetivo como para otras columnas numéricas, mean, median, min
y max se calculan en función de una ventana sucesiva de las 64 entradas de datos más 
recientes antes de los valores faltantes.
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Calendarios de días festivos nacionales

Piloto automático admite un conjunto de datos de ingeniería de características con información sobre 
días festivos nacionales para tener acceso a los calendarios de días festivos de más de 250 países.

Las características del calendario de días festivos son especialmente útiles en el sector minorista, 
donde los días festivos pueden afectar significativamente a la demanda.

Consulte Cómo incorporar la información sobre días festivos nacionales a su conjunto de datos para 
obtener información sobre cómo añadir un calendario en su conjunto de datos.

Códigos de país

Piloto automático proporciona soporte nativo para los calendarios de días festivos de los siguientes 
países. Use el código de país al especificar un país con la API.

Países admitidos

País Código de país

Afganistán AF

Islas Åland AX

Albania AL

Argelia DZ

Samoa Americana AS

Andorra AD

Angola AO

Anguila AI

Antártida AQ

Antigua y Barbuda AG

Argentina AR

Armenia AM
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País Código de país

Aruba AW

Australia AU

Austria AT

Azerbaiyán AZ

Bahamas BS

Bahréin BH

Bangladesh BD

Barbados BB

Belarús BY

Bélgica BE

Belice BZ

Benín BJ

Bermudas BM

Bután BT

Bolivia BO

Bosnia y Herzegovina BA

Botsuana BW

Isla Bouvet BV

Brasil BR

Territorio Británico del Océano Índico IO
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País Código de país

Islas Vírgenes Británicas VG

Brunéi BN

Bulgaria BG

Burkina Faso BF

Burundi BI

Camboya KH

Camerún CM

Canadá CA

Cabo Verde CV

Caribe Neerlandés BQ

Islas Caimán KY

República Centroafricana CF

Chad TD

Chile CL

China CN

Isla de Navidad CX

Islas Cocos CC

Colombia CO

Comoras KM

Islas Cook CK
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País Código de país

Costa Rica CR

Croacia HR

Cuba CU

Curazao CW

Chipre CY

Chequia CZ

República Democrática del Congo CD

Dinamarca DK

Yibuti DJ

Dominica DM

República Dominicana DO

Ecuador EC

Egipto EG

El Salvador SV

Guinea Ecuatorial GQ

Eritrea ER

Estonia EE

Suazilandia SZ

Etiopía ET

Islas Malvinas FK
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País Código de país

Islas Faroe FO

Fiyi FJ

Finlandia FI

Francia FR

Guayana Francesa GF

Polinesia Francesa PF

Territorios Australes Franceses TF

Gabón GA

Gambia GM

Georgia GE

Alemania DE

Ghana GH

Gibraltar GI

Grecia GR

Groenlandia GL

Granada GD

Guadalupe GP

Guam GU

Guatemala GT

Guernsey GG
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País Código de país

Guinea GN

Guinea-Bissau GW

Guyana GY

Haití HT

Isla e McDonald islas Heard HM

Honduras HN

Hong Kong HK

Hungría HU

Islandia IS

India IN

Indonesia ID

Irán IR

Irak IQ

Irlanda IE

Isla de Man IM

Israel IL

Italia IT

Costa de Marfil CI

Jamaica JM

Japón JP
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País Código de país

Jersey JE

Jordania JO

Kazajistán KZ

Kenia KE

Kiribati KI

Kosovo XK

Kuwait KW

Kirguistán KG

Laos LA

Letonia LV

Líbano LB

Lesoto LS

Liberia LR

Libia LY

Liechtenstein LI

Lituania LT

Luxemburgo LU

Macao MO

Madagascar MG

Malawi MW
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País Código de país

Malasia MY

Maldivas MV

Mali ML

Malta MT

Islas Marshall MH

Martinica MQ

Mauritania MR

Mauricio MU

Mayotte YT

México MX

Micronesia FM

Moldavia MD

Mónaco MC

Mongolia MN

Montenegro ME

Montserrat MS

Marruecos MA

Mozambique MZ

Myanmar MM

Namibia NA
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País Código de país

Nauru NR

Nepal NP

Países Bajos NL

Nueva Caledonia NC

Nueva Zelanda NZ

Nicaragua NI

Níger NE

Nigeria NG

Niue NU

Isla Norfolk NF

Corea del Norte KP

Macedonia del Norte MK

Islas Marianas del Norte MP

Noruega NO

Omán OM

Pakistán PK

Palaos PW

Palestina PS

Panamá PA

Papúa Nueva Guinea PG
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País Código de país

Paraguay PY

Perú PE

Filipinas PH

Islas Pitcairn PN

Polonia PL

Portugal PT

Puerto Rico PR

Qatar QA

República del Congo CG

Reunión RE

Rumanía RO

Federación de Rusia RU

Ruanda RW

San Bartolomé BL

Santa Elena, Ascensión y Tristán de Acuña SH

San Cristóbal y Nieves KN

Santa Lucía LC

San Martín (Francia) MF

San Pedro y Miquelón PM

San Vicente y las Granadinas VC
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País Código de país

Samoa WS

San Marino SM

Santo Tomé y Príncipe ST

Arabia Saudí SA

Senegal SN

Serbia RS

Seychelles SC

Sierra Leona SL

Singapur SG

San Martín (Países Bajos) SX

Eslovaquia SK

Eslovenia SI

Islas Salomón SB

Somalia SO

Sudáfrica ZA

Islas Georgias del Sur y Sandwich del Sur GS

Corea del Sur KR

Sudán del Sur SS

España ES

Sri Lanka LK
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País Código de país

Sudán SD

Surinam SR

Svalbard y Jan Mayen SJ

Suecia SE

Suiza CH

República Árabe Siria SY

Taiwán TW

Tayikistán TJ

Tanzania TZ

Tailandia TH

Timor Oriental TL

Togo TG

Tokelau TK

Tonga TO

Trinidad y Tobago TT

Túnez TN

Turquía TR

Turkmenistán TM

Islas Turcas y Caicos TC

Tuvalu TV
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País Código de país

Uganda UG

Ucrania UA

Emiratos Árabes Unidos AE

Reino Unido UK

Naciones Unidas UN

Estados Unidos US

Islas Ultramarinas Menores de Estados Unidos UM

Islas Vírgenes de los Estados Unidos VI

Uruguay UY

Uzbekistán UZ

Vanuatu VU

Ciudad del Vaticano VA

Venezuela VE

Vietnam VN

Wallis y Futuna WF

Sahara Occidental EH

Yemen YE

Zambia ZM

Zimbabue ZW
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Métricas objetivo

Piloto automático produce métricas de precisión para evaluar los modelos candidatos y ayudarlo a 
elegir cuál usar para generar pronósticos. Puede dejar que Piloto automático optimice el predictor 
de forma automática o puede elegir manualmente un algoritmo para su predictor. De forma 
predeterminada, Piloto automático utiliza la pérdida de cuantil ponderada media.

La siguiente lista contiene los nombres de las métricas que están disponibles actualmente para medir 
el rendimiento de los modelos de previsión de series temporales.

RMSE

Raíz del error cuadrático medio (RMSE): mide la raíz cuadrada de la diferencia cuadrática entre 
los valores pronosticados y los reales, y se promedia sobre todos los valores. Es una métrica 
importante para indicar la presencia de valores atípicos y errores de modelo grandes. Los valores 
van desde cero (0) hasta infinito, y los números más pequeños indican el modelo que se ajusta 
mejor a los datos. El RMSE depende de la escala y no debe usarse para comparar conjuntos de 
datos de diferentes tamaños.

wQL

Pérdida de cuantil ponderada (wQL): evalúe la precisión de la previsión midiendo las diferencias 
absolutas ponderadas entre los cuantiles P10, P50 y P90 previstos y reales; los valores más 
bajos indican un mejor rendimiento.

Average wQL (default)

Pérdida de cuantil ponderada media (wQL promedio): evalúa el pronóstico promediando la 
exactitud de los cuantiles P10, P50 y P90. Un valor más bajo indica un modelo más exacto.

MASE

Error escalado absoluto medio (MASE): el error absoluto medio de la previsión normalizado 
mediante el error absoluto medio de un método de previsión de referencia simple. Un valor más 
bajo indica un modelo más preciso, en el que MASE <1 se considera mejor que la referencia y 
MASE >1 se considera peor que la referencia.

MAPE

Error porcentual absoluto medio (MAPE): el porcentaje de error (diferencia porcentual entre el 
valor medio previsto y el valor real) promediado en todos los puntos temporales. Un valor más 
bajo indica un modelo más exacto; donde MAPE = 0, es un modelo sin errores.
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WAPE

Error porcentual absoluto ponderado (WAPE): suma del error absoluto normalizado por la suma 
del objetivo absoluto, que mide la desviación general de los valores pronosticados con respecto a 
los valores observados. Un valor más bajo indica un modelo más exacto.

Compatibilidad de algoritmos para la previsión de series temporales

Piloto automático entrena los siguientes seis algoritmos integrados con la serie temporal objetivo. 
Luego, utiliza un método de conjunto de apilamiento para combinar estos modelos candidatos a fin 
de crear un modelo de previsión óptimo para una métrica objetivo determinada.

• Red neuronal convolucional (regresión cuantil) (CNN-QR): la CNN-QR es un algoritmo de 
machine learning patentado que permite pronosticar series temporales mediante redes neuronales 
convolucionales causales (CNN). CNN-QR funciona mejor con conjuntos de datos grandes que 
contienen cientos de series temporales.

• DeepAR+: DeepAR+ es un algoritmo de machine learning patentado para pronosticar series 
temporales mediante redes neuronales recurrentes (RNN). DeepAR+ funciona mejor con conjuntos 
de datos grandes que contienen cientos de series temporales de características.

• Prophet: Prophet es un popular modelo local de series temporales estructurales bayesianas 
basado en un modelo aditivo en el que las tendencias no lineales se ajustan a la estacionalidad 
anual, semanal y diaria. El algoritmo Prophet utiliza la clase Prophet de la implementación de 
Prophet en Python. Funciona mejor con series temporales con fuertes efectos estacionales y con 
una cantidad de datos históricos que refleje varios periodos estacionales.

• Non-Parametric Time Series (NPTS): el algoritmo patentado NPTS es un pronosticador básico, 
probabilístico y escalable. Predice la distribución futura de valores de una serie temporal 
determinada mediante muestreos de observaciones anteriores. El NPTS resulta especialmente útil 
cuando se trabaja con series temporales dispersas o intermitentes.

• Autoregressive Integrated Moving Average (ARIMA): ARIMA es un algoritmo estadístico local de 
uso común para la predicción de series temporales. El algoritmo captura estructuras temporales 
estándar (organizaciones con patrones de tiempo) en el conjunto de datos de entrada. Resulta 
especialmente útil para conjuntos de datos simples con menos de 100 series temporales.

• Exponential Smoothing (ETS): el ETS es un algoritmo estadístico de uso común para la predicción 
de series temporales. El algoritmo es especialmente útil para conjuntos de datos simples con 
menos de 100 series temporales y conjuntos de datos con patrones de estacionalidad. El ETS 
calcula un promedio ponderado sobre todas las observaciones en el conjunto de datos de las 
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series temporales como su predicción, y la ponderación decrece exponencialmente a lo largo del 
tiempo.

Implementación y pronósticos del modelo de Piloto automático

Después de entrenar al predictor de Piloto automático (mejor modelo), puede implementar un modelo 
para obtener predicciones de una de las dos formas siguientes:

1. Utilice Previsión en tiempo real para configurar un punto de conexión y obtener predicciones de 
forma interactiva.

2. Utilice Previsión por lotes para hacer predicciones en paralelo en lotes de observaciones de un 
conjunto de datos completo.

Al proporcionar datos de entrada para la previsión, el esquema de datos debe seguir siendo el mismo 
que el utilizado para entrenar al modelo, lo que incluye el número de columnas, los encabezados 
de las columnas y los tipos de datos. Puede pronosticar los identificadores de elementos nuevos 
o existentes dentro del mismo rango de marcas de tiempo, o de uno diferente, para realizar 
predicciones sobre un periodo de tiempo distinto.

Los modelos de predicción pronostican los puntos del horizonte de previsión en el futuro 
especificados en la solicitud de entrada durante el entrenamiento; es decir, desde la fecha de 
finalización objetivo hasta la fecha de finalización objetivo + horizonte de previsión. A fin de usar el 
modelo para predecir fechas específicas, debe proporcionar los datos en el mismo formato que los 
datos de entrada originales, hasta una fecha de finalización objetivo determinada. En este escenario, 
el modelo empezará a realizar predicciones a partir de la nueva fecha finalización objetivo.

Por ejemplo, si su conjunto de datos tuviera datos mensuales de enero a junio con un horizonte de 
previsión de 2, el modelo predeciría el valor objetivo para los próximos 2 meses, que serían julio y 
agosto. Si en agosto desea realizar una predicción para los próximos 2 meses, esta vez los datos 
de entrada deberían ser de enero a agosto, y el modelo realizará una predicción para los próximos 2 
meses (septiembre y octubre).

Note

Recomendamos utilizar uno de los siguientes tipos de instancia:

• Para pronósticos en tiempo real, utilice instancias m5.12xlarge.
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• Para la previsión por lotes, utilice instancias m5.12xlarge para cargas de trabajo de uso 
general e instancias m5.24xlarge para tareas de previsión de macrodatos.

Previsión en tiempo real

Puede usar la previsión en tiempo real para cargas de trabajo de inferencia con requisitos de tiempo 
real, capacidad interactiva y baja latencia.

Note

Para la previsión en tiempo real, el conjunto de datos debe ser un subconjunto del conjunto 
de datos de entrada. El punto de conexión en tiempo real tiene un tamaño de datos de 
entrada de aproximadamente 6 MB y un límite de tiempo de respuesta de 60 segundos. 
Recomendamos incluir uno o varios artículos a la vez.

Puede usar SageMaker las API para implementar manualmente el modelo que produjo la mejor 
métrica de validación en un experimento de piloto automático de la siguiente manera.

También puede elegir la opción de implementación automática al crear el experimento de Piloto 
automático. Para obtener más información sobre cómo configurar la implementación automática de 
modelos, consulte Cómo habilitar la implementación automática.

1. Obtener las definiciones del contenedor del candidato

Obtenga las definiciones de contenedores candidatos en. InferenceContainers Una definición de 
contenedor para la inferencia se refiere al entorno contenerizado diseñado para implementar y 
ejecutar el SageMaker modelo entrenado a fin de realizar predicciones.

El siguiente ejemplo de AWS CLI comando usa la API DescribeAutoMLJobv2 para obtener las 
definiciones candidatas para el mejor modelo candidato.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name job-name --region region

2. Enumerar los candidatos

El siguiente ejemplo de AWS CLI comando usa la API ListCandidatesForAutoMLJob para 
enumerar todos los modelos candidatos.
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aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

3. Crea un modelo SageMaker

Utilice las definiciones de contenedor de los pasos anteriores y un candidato de su elección para 
crear un SageMaker modelo mediante la CreateModelAPI. Observe el siguiente comando AWS 
CLI como ejemplo.

aws sagemaker create-model --model-name '<your-candidate-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

4. Crear la configuración de un punto de conexión

El siguiente ejemplo de AWS CLI comando usa la CreateEndpointConfigAPI para crear una 
configuración de punto final.

aws sagemaker create-endpoint-config --endpoint-config-name '<your-endpoint-config-
name>' \ 
                    --production-variants '<list-of-production-variants>' \ 
                    --region '<region>'

5. Crear el punto de conexión

En el siguiente AWS CLI ejemplo, se utiliza la CreateEndpointAPI para crear el punto final.

aws sagemaker create-endpoint --endpoint-name '<your-endpoint-name>' \ 
                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
                    --region '<region>'

Compruebe el progreso de la implementación de su punto final mediante la DescribeEndpointAPI. 
Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Cuando EndpointStatus cambie a InService, el punto de conexión estará listo para usarse 
en la inferencia en tiempo real.
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6. Invocar al punto de conexión

La siguiente estructura de comandos invoca el punto de conexión para realizar inferencias en 
tiempo real.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
                  --region '<region>' --body '<your-data-in-bytes>' [--content-type] 
 '<content-type>' <outfile>

Previsión por lotes

La previsión por lotes, también conocida como inferencia fuera de línea, genera predicciones de 
modelos a partir de un lote de observaciones. La inferencia por lotes es una buena opción para 
conjuntos de datos grandes o si no necesita una respuesta inmediata a una solicitud de predicción 
del modelo.

Por el contrario, la inferencia en línea (inferencia en tiempo real) genera predicciones en tiempo real.

Puede realizar inferencias por lotes a partir de un modelo de Piloto automático utilizando la 
documentación de referencia de las API.

Para usar las SageMaker API para la inferencia por lotes:

1. Obtener las definiciones de candidatos

Las definiciones candidatas de se InferenceContainersutilizan para crear un SageMaker modelo.

El siguiente ejemplo muestra cómo utilizar la API DescribeAutoMLJobv2 para obtener definiciones 
de candidatos para el mejor modelo candidato. Observe el siguiente comando AWS CLI como 
ejemplo.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name <job-name> --region <region>

Utilice la API ListCandidatesForAutoMLJob para enumerar todos los candidatos. Observe el 
siguiente comando AWS CLI como ejemplo.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

2. Cree un modelo SageMaker
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Para crear un SageMaker modelo mediante la CreateModelAPI, utilice las definiciones de 
contenedor de los pasos anteriores. Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker create-model --model-name '<your-custom-model-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

3. Cree un trabajo de SageMaker transformación

En el siguiente ejemplo, se crea un trabajo de SageMaker transformación con la
CreateTransformJobAPI. Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker create-transform-job --transform-job-name '<your-custom-transform-job-
name>' --model-name '<your-custom-model-name-from-last-step>'\
--transform-input '{ 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix",  
                "S3Uri": "<your-input-data>"  
            } 
        }, 
        "ContentType": "text/csv", 
        "SplitType": "None" 
    }'\
--transform-output '{ 
        "S3OutputPath": "<your-output-path>", 
        "AssembleWith": "Line"  
    }'\
--transform-resources '{ 
        "InstanceType": "<instance-type>",  
        "InstanceCount": 1
    }' --region '<region>' 

Comprueba el progreso de tu trabajo de transformación mediante la DescribeTransformJobAPI. 
Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker describe-transform-job --transform-job-name '<your-custom-transform-job-
name>' --region <region>
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Una vez finalizado el trabajo, el resultado previsto estará disponible en <your-output-path>.

El nombre de archivo de salida tiene el siguiente formato: <input_data_file_name>.out. Por 
ejemplo, si el archivo de entrada es text_x.csv, el nombre de la salida será text_x.csv.out.

Las siguientes pestañas muestran ejemplos de código para el SDK de AWS para Python (boto3) y la 
AWS CLI.

AWS SDK for Python (boto3)

El siguiente ejemplo usa el SDK de AWS para Python (boto3) a fin de hacer predicciones por 
lotes.

import sagemaker  
import boto3

session = sagemaker.session.Session()

sm_client = boto3.client('sagemaker', region_name='us-west-2')
role = 'arn:aws:iam::1234567890:role/sagemaker-execution-role'
output_path = 's3://test-auto-ml-job/output'
input_data = 's3://test-auto-ml-job/test_X.csv'

best_candidate = sm_client.describe_auto_ml_job_v2(AutoMLJobName=job_name)
['BestCandidate']
best_candidate_containers = best_candidate['InferenceContainers']
best_candidate_name = best_candidate['CandidateName']

# create model
reponse = sm_client.create_model( 
    ModelName = best_candidate_name, 
    ExecutionRoleArn = role, 
    Containers = best_candidate_containers  
)

# Lauch Transform Job
response = sm_client.create_transform_job( 
    TransformJobName=f'{best_candidate_name}-transform-job', 
    ModelName=model_name, 
    TransformInput={ 
        'DataSource': { 
            'S3DataSource': { 
                'S3DataType': 'S3Prefix', 
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                'S3Uri': input_data 
            } 
        }, 
        'ContentType': "text/csv", 
        'SplitType': 'None' 
    }, 
    TransformOutput={ 
        'S3OutputPath': output_path, 
        'AssembleWith': 'Line', 
    }, 
    TransformResources={ 
        'InstanceType': 'ml.m5.2xlarge', 
        'InstanceCount': 1, 
    },
)

El trabajo de inferencia por lotes devuelve una respuesta con el siguiente formato.

{'TransformJobArn': 'arn:aws:sagemaker:us-west-2:1234567890:transform-job/test-
transform-job', 
 'ResponseMetadata': {'RequestId': '659f97fc-28c4-440b-b957-a49733f7c2f2', 
  'HTTPStatusCode': 200, 
  'HTTPHeaders': {'x-amzn-requestid': '659f97fc-28c4-440b-b957-a49733f7c2f2', 
   'content-type': 'application/x-amz-json-1.1', 
   'content-length': '96', 
   'date': 'Thu, 11 Aug 2022 22:23:49 GMT'}, 
  'RetryAttempts': 0}}

AWS Command Line Interface (AWS CLI)

1. Obtenga las definiciones de candidatos con el siguiente ejemplo de código.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name 'test-automl-job' --
region us-west-2

2. Cree el modelo con el siguiente ejemplo de código.

aws sagemaker create-model --model-name 'test-sagemaker-model'
--containers '[{ 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3", 
    "ModelDataUrl": "s3://test-bucket/out/test-job1/data-processor-models/test-
job1-dpp0-1-e569ff7ad77f4e55a7e549a/output/model.tar.gz", 
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    "Environment": { 
        "AUTOML_SPARSE_ENCODE_RECORDIO_PROTOBUF": "1", 
        "AUTOML_TRANSFORM_MODE": "feature-transform", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "application/x-recordio-protobuf", 
        "SAGEMAKER_PROGRAM": "sagemaker_serve", 
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code" 
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
xgboost:1.3-1-cpu-py3", 
    "ModelDataUrl": "s3://test-bucket/out/test-job1/tuning/flicdf10v2-dpp0-xgb/
test-job1E9-244-7490a1c0/output/model.tar.gz", 
    "Environment": { 
        "MAX_CONTENT_LENGTH": "20971520", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv", 
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,probabilities"  
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3",  
    "ModelDataUrl": "s3://test-bucket/out/test-job1/data-processor-models/test-
job1-dpp0-1-e569ff7ad77f4e55a7e549a/output/model.tar.gz",  
    "Environment": {  
        "AUTOML_TRANSFORM_MODE": "inverse-label-transform",  
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv",  
        "SAGEMAKER_INFERENCE_INPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,labels,probabilities",  
        "SAGEMAKER_PROGRAM": "sagemaker_serve",  
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code"  
    }  
}]' \
--execution-role-arn 'arn:aws:iam::1234567890:role/sagemaker-execution-role' \
--region 'us-west-2'

3. Cree el trabajo de transformación con el siguiente ejemplo de código.

aws sagemaker create-transform-job --transform-job-name 'test-tranform-job'\ 
 --model-name 'test-sagemaker-model'\
--transform-input '{ 
        "DataSource": { 
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            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://test-bucket/data.csv" 
            } 
        }, 
        "ContentType": "text/csv", 
        "SplitType": "None" 
    }'\
--transform-output '{ 
        "S3OutputPath": "s3://test-bucket/output/", 
        "AssembleWith": "Line" 
    }'\
--transform-resources '{ 
        "InstanceType": "ml.m5.2xlarge", 
        "InstanceCount": 1
    }'\
--region 'us-west-2'

4. Cree el progreso del trabajo de transformación con el siguiente ejemplo de código.

aws sagemaker describe-transform-job --transform-job-name  'test-tranform-job' --
region us-west-2

Lo que sigue es la respuesta del trabajo de transformación.

{ 
    "TransformJobName": "test-tranform-job", 
    "TransformJobArn": "arn:aws:sagemaker:us-west-2:1234567890:transform-job/test-
tranform-job", 
    "TransformJobStatus": "InProgress", 
    "ModelName": "test-model", 
    "TransformInput": { 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://test-bucket/data.csv" 
            } 
        }, 
        "ContentType": "text/csv", 
        "CompressionType": "None", 
        "SplitType": "None" 
    }, 
    "TransformOutput": { 
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        "S3OutputPath": "s3://test-bucket/output/", 
        "AssembleWith": "Line", 
        "KmsKeyId": "" 
    }, 
    "TransformResources": { 
        "InstanceType": "ml.m5.2xlarge", 
        "InstanceCount": 1
    }, 
    "CreationTime": 1662495635.679, 
    "TransformStartTime": 1662495847.496, 
    "DataProcessing": { 
        "InputFilter": "$", 
        "OutputFilter": "$", 
        "JoinSource": "None" 
    }
}

Después de que TransformJobStatus cambie a Completed, puede comprobar el resultado 
de la inferencia en S3OutputPath.

Cuaderno de exploración de datos Amazon SageMaker Autopilot

Amazon SageMaker Autopilot limpia y preprocesa el conjunto de datos automáticamente. Para 
ayudar a los usuarios a entender sus datos y descubrir patrones, relaciones y anomalías sobre las 
series temporales, Amazon SageMaker Autopilot genera un informe estático de exploración de datos
en forma de bloc de notas para que los usuarios puedan consultarlo.

El cuaderno de exploración de datos se genera para cada trabajo de Piloto automático. El informe se 
almacena en un bucket de Amazon S3 y se puede acceder a él desde la ruta de salida del trabajo.

Puede encontrar el prefijo Amazon S3 del cuaderno de exploración de datos en la respuesta a
DescribeAutoMLJobV2 en AutoMLJobArtifacts.DataExplorationNotebookLocation.

Informes generados por Amazon SageMaker Autopilot

Además del cuaderno de exploración de datos, Piloto automático genera varios informes para el 
mejor modelo candidato de cada experimento.

• Un informe de explicabilidad proporciona información sobre cómo hace pronósticos el modelo.

• Un informe de rendimiento proporciona una evaluación cuantitativa de las capacidades de 
previsión del modelo.
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• Tras comprobar el rendimiento del modelo con datos históricos, se genera un informe de 
resultados históricos.

Informe de explicabilidad

El informe de explicabilidad de Piloto automático le ayuda a comprender mejor el impacto de los 
atributos de sus conjuntos de datos sobre las previsiones para series temporales (combinaciones 
de elementos y dimensiones) y puntos temporales. Piloto automático utiliza una métrica llamada
puntuaciones de impacto para cuantificar el impacto relativo de cada atributo y determinar si 
aumentan o disminuyen los valores de previsión.

Por ejemplo, imaginemos un escenario de pronóstico en el que el objetivo es sales y hay dos 
atributos relacionados: price y color. Piloto automático puede detectar que el color del artículo 
tiene un gran impacto en las ventas de algunos artículos, pero un efecto insignificante en el caso de 
otros artículos. También puede descubrir que una promoción en verano tiene un gran impacto en las 
ventas, mientras que una promoción en invierno tiene poco efecto.

El informe de explicabilidad se genera solo en estas situaciones:

• El conjunto de datos de series temporales incluye columnas de características adicionales o está 
asociado a un calendario de días festivos.

• Los modelos base CNN-QR y DeepAR+ se incluyen en el conjunto final.

Interpretación de las puntuaciones de impacto

Las puntuaciones de impacto miden el impacto relativo que tienen los atributos en los valores de 
pronóstico. Por ejemplo, si el atributo price tiene una puntuación de impacto dos veces superior 
a la del atributo store location, podemos concluir que el precio de un artículo tiene el doble de 
impacto en los valores previstos que la ubicación de la tienda.

Las puntuaciones de impacto también proporcionan información sobre si los atributos aumentan o 
disminuyen los valores de previsión.

Las puntuaciones de impacto van de -1 a 1, y el signo indica la dirección del impacto. Una 
puntuación de 0 indica que no hay impacto, mientras que una puntuación cercana a 1 o -1 indica un 
impacto significativo.

Es importante tener en cuenta que las puntuaciones de impacto miden el impacto relativo de los 
atributos, no el impacto absoluto. Por lo tanto, las puntuaciones de impacto no se pueden utilizar 
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para determinar si determinados atributos mejoran la precisión del modelo. Si un atributo tiene una 
puntuación de impacto baja, eso no significa necesariamente que tenga un impacto bajo en los 
valores de previsión; significa que tiene un impacto menor en los valores de previsión que otros 
atributos utilizados por el predictor.

Buscar el informe de explicabilidad

Puede encontrar el prefijo Amazon S3 de los artefactos de explicabilidad 
generados para el mejor candidato en la respuesta a DescribeAutoMLJobV2 en
BestCandidate.CandidateProperties.CandidateArtifactLocations.Explainability.

Informe de rendimiento del modelo

Un informe de calidad de modelo de Piloto automático (también denominado informe de rendimiento) 
proporciona información valiosa y de calidad sobre el mejor candidato de modelo (mejor predictor) 
generado por un trabajo de AutoML. Incluye información sobre los detalles del trabajo, la función 
objetivo y las métricas de precisión (wQL, MAPE, WAPE, RMSE, MASE).

Puede encontrar el prefijo Amazon S3 de los artefactos de informe de calidad del modelo 
generados para el mejor candidato en la respuesta a DescribeAutoMLJobV2 en
BestCandidate.CandidateProperties.CandidateArtifactLocations.ModelInsights.

Informe de resultados de pruebas retrospectivas

Los resultados de las pruebas retrospectivas proporcionan información sobre el rendimiento de un 
modelo de pronóstico de series temporales al evaluar su precisión y fiabilidad predictivas. Ayuda a 
los analistas y científicos de datos a evaluar su rendimiento con datos históricos y a comprender su 
rendimiento potencial con datos futuros y no observados.

Piloto automático utiliza pruebas retrospectivas (backtesting) para ajustar los parámetros y producir 
métricas de precisión. Durante las pruebas retrospectivas, Piloto automático divide automáticamente 
los datos de serie temporal en dos conjuntos: un conjunto de entrenamiento y un conjunto de 
pruebas. El conjunto de entrenamiento se usa para entrenar un modelo que, luego, se usará a fin 
de generar pronósticos para los puntos de datos del conjunto de pruebas. Piloto automático utiliza 
este conjunto de datos de prueba para evaluar la precisión del modelo comparando los valores 
pronosticados con los valores observados en el conjunto de pruebas.

Puede encontrar el prefijo Amazon S3 de los artefactos de informe de calidad del modelo 
generados para el mejor candidato en la respuesta a DescribeAutoMLJobV2 en
BestCandidate.CandidateProperties.CandidateArtifactLocations.BacktestResults.
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Límites de recursos de previsión de series temporales de Amazon SageMaker 
Autopilot

Límites de recursos Límite 
predeterm 
inado

Ajustable

Tamaño del conjunto de datos 
de entrada

30 GB Sí

Tamaño de un solo archivo de 
Parquet

2 GB No

Número máximo de filas en un 
grupo de conjuntos de datos

3000 millones Sí

Número máximo de columnas 
de agrupamiento

5 No

Número máximo de caracterí 
sticas numéricas

13 No

Número máximo de caracterí 
sticas categóricas

10 No

Número máximo de series 
temporales (combinaciones 
únicas de columnas de 
elementos y agrupaciones) 
por conjunto de datos

5,000,000 Sí

Horizonte de previsión 
máximo

500 Sí
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Cree un trabajo de AutoML para ajustar los modelos de generación de texto 
mediante la API

Los modelos de lenguaje grande (LLM) se destacan en múltiples tareas generativas, como la 
generación de textos, el resumen, la finalización, la respuesta a preguntas, etc. Su rendimiento 
se puede atribuir a su considerable tamaño y a su amplio entrenamiento en diversos conjuntos 
de datos y tareas. Sin embargo, algunos dominios específicos, como los servicios sanitarios y el 
sector financiero, pueden requerir ajustes personalizados para adaptarse a sus datos y casos de 
uso particulares. Al adaptar el entrenamiento a su dominio particular, los LLM pueden mejorar su 
rendimiento y proporcionar resultados más exactos para aplicaciones específicas.

Piloto automático ofrece la capacidad de ajustar una selección de modelos de texto generativo 
previamente entrenados. En particular, Autopilot permite ajustar con precisión, mediante 
instrucciones, una selección de modelos de lenguaje extensos (LLM) de uso general con la 
tecnología. SageMaker JumpStart

Note

Actualmente, los modelos de generación de texto que permiten realizar ajustes precisos 
en Autopilot están disponibles exclusivamente en las regiones compatibles con Canvas. 
SageMaker Consulte la documentación de SageMaker Canvas para ver la lista completa de 
las regiones compatibles.

A fin de ajustar un modelo prentrenado, se requiere un conjunto de datos específico de instrucciones 
claras que le digan al modelo cómo generar resultados o cómo comportarse para esa tarea. El 
modelo aprende del conjunto de datos y ajusta sus parámetros para adaptarse a las instrucciones 
proporcionadas. El ajuste preciso basado en instrucciones implica el uso de ejemplos etiquetados, 
formateados como pares de preguntas y respuestas y redactados como instrucciones. Para obtener 
más información sobre el ajuste fino, consulte Ajustar un modelo básico.

Las siguientes pautas describen el proceso de creación de un trabajo de Amazon SageMaker 
Autopilot como experimento piloto para ajustar con precisión los LLM de generación de texto 
mediante la API Reference. SageMaker
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Note

Tareas como la clasificación de textos e imágenes, la previsión de series temporales y el 
ajuste de modelos lingüísticos de gran tamaño están disponibles exclusivamente a través de 
la versión 2 de la API de Autopilot. Para los usuarios de Python, recomendamos utilizar el,
AWS SDK for Python (Boto3)ya que el SDK de Amazon SageMaker Python no es compatible 
actualmente con la versión 2 de la API de piloto automático.
Los usuarios que prefieran la comodidad de una interfaz de usuario pueden usar Amazon 
SageMaker Canvas para acceder a modelos previamente entrenados y modelos básicos de 
IA generativa, o crear modelos personalizados adaptados a textos específicos, clasificación 
de imágenes, necesidades de previsión o IA generativa.

Para crear un experimento de piloto automático mediante programación para ajustar un LLM, puede 
llamar a la CreateAutoMLJobV2API en cualquier idioma compatible con Amazon Autopilot o el. 
SageMaker AWS CLI

Para obtener información sobre cómo esta acción de la API se traduce en una función en el 
idioma que prefiera, consulte la sección Vea también de y elija un SDK. CreateAutoMLJobV2
Como ejemplo, para los usuarios de Python, consulte la sintaxis de solicitud completa de
create_auto_ml_job_v2 en AWS SDK for Python (Boto3).

Note

Piloto automático ajusta modelos de lenguaje grandes sin necesidad de entrenar ni evaluar 
a varios candidatos. En lugar de esto, Piloto automático utiliza su conjunto de datos para 
ajustar directamente el modelo objetivo a fin de mejorar una métrica objetivo predeterminada: 
la pérdida de entropía cruzada. Para ajustar los modelos de lenguaje en Piloto automático no 
es necesario configurar el campo AutoMLJobObjective.

Una vez que haya ajustado su LLM, podrá evaluar su rendimiento accediendo a las distintas 
puntuaciones de ROUGE BestCandidate al realizar una DescribeAutoMLJobV2 llamada a la 
API. El modelo también proporciona información sobre su pérdida de entrenamiento y validación, así 
como sobre la perplejidad. A fin de obtener una lista completa de métricas para evaluar la calidad 
del texto generado por los modelos ajustados, consulte Métricas para ajustar modelos de lenguaje 
grandes en Piloto automático.
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Requisitos previos

Antes de usar el piloto automático para crear un experimento de ajuste SageMaker, asegúrate de 
seguir los siguientes pasos:

• (Opcional) Elegir el modelo prentrenado que desee ajustar.

Para ver la lista de modelos previamente entrenados disponibles para su ajuste en Amazon 
SageMaker Autopilot, consulte. Modelos de lenguaje grandes compatibles para el ajuste La 
selección de un modelo no es obligatoria; si no se especifica ningún modelo, el piloto automático 
utilizará automáticamente el modelo Falcon7bInstruct.

• Crear un conjunto de datos de instrucciones. Consulte Tipos de archivos de conjuntos de datos y 
formato de datos de entrada para obtener más información sobre los requisitos de formato de su 
conjunto de datos basado en instrucciones.

• Colocar el conjunto de datos en un bucket de Amazon S3.

• Conceda acceso completo al bucket de Amazon S3 que contiene los datos de entrada para la 
función de SageMaker ejecución utilizada para ejecutar el experimento.

• Para obtener información sobre cómo recuperar su función SageMaker de ejecución, 
consulteObtener un rol de ejecución.

• Para obtener información sobre cómo conceder permisos a su función de SageMaker ejecución 
para acceder a uno o más buckets específicos en Amazon S3, consulte Añadir permisos 
adicionales de Amazon S3 a una función de SageMaker ejecución enCreación de un rol de 
ejecución.

• Además, debe proporcionar a su función de ejecución los permisos necesarios para acceder al 
depósito de almacenamiento predeterminado que utiliza el bucket de Amazon S3 SageMaker 
JumpStart. Este acceso es necesario para almacenar y recuperar artefactos de modelos 
previamente entrenados. SageMaker JumpStart Para conceder acceso a este bucket de Amazon 
S3, debe crear una nueva política personalizada integrada en su rol de ejecución.

A continuación, se muestra un ejemplo de política que puede utilizar en su editor JSON al 
configurar los trabajos de ajuste de AutoML en: us-west-2

SageMaker JumpStartLos nombres de los cubos siguen un patrón predeterminado que depende 
del. Regiones de AWS Debe ajustar el nombre del bucket en consecuencia.

{ 
    "Sid": "Statement1", 
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    "Effect": "Allow", 
    "Action": [ 
        "s3:GetObject", 
        "s3:PutObject", 
        "s3:ListBucket" 
    ], 
    "Resource": [ 
        "arn:aws:s3:::jumpstart-cache-prod-us-west-2", 
        "arn:aws:s3:::jumpstart-cache-prod-us-west-2/*" 
    ]
}

Una vez hecho esto, puede usar el ARN de este rol de ejecución en las solicitudes de la API de 
Piloto automático.

Parámetros necesarios

Al solicitar CreateAutoMLJobV2 la creación de un experimento de piloto automático para realizar 
ajustes precisos en el LLM, debes proporcionar los siguientes valores:

• Un AutoMLJobName para especificar el nombre del trabajo. El nombre debe ser del tipo string y 
tener una longitud de caracteres de entre 1 y 32.

• Como mínimo, un AutoMLJobChannel del tipo training dentro de
AutoMLJobInputDataConfig. Este canal especifica el nombre del bucket de Amazon S3 donde 
se encuentra su conjunto de datos de ajuste. Tiene la opción de definir un canal validation. Si 
no se proporciona ningún canal de validación y se ha configurado una ValidationFraction
en AutoMLDataSplitConfig, esta fracción se utiliza para dividir aleatoriamente el conjunto de 
datos de entrenamiento en conjuntos de entrenamiento y validación. Además, puede especificar el 
tipo de contenido (archivos CSV o Parquet) del conjunto de datos.

• Un AutoMLProblemTypeConfig tipo TextGenerationJobConfig para configurar los ajustes 
de tu trabajo de entrenamiento.

Algo especialmente importante es que puede especificar el nombre del modelo base que se va 
a ajustar en el campo BaseModelName. Para ver la lista de modelos previamente entrenados 
disponibles para su ajuste en Amazon SageMaker Autopilot, consulte. Modelos de lenguaje 
grandes compatibles para el ajuste

• Una OutputDataConfig para especificar la ruta de salida de Amazon S3 a fin de almacenar los 
artefactos de su trabajo de AutoML.
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• Un RoleArn para especificar el ARN del rol utilizado para acceder a sus datos.

El siguiente es un ejemplo del formato de solicitud completo que se utiliza al realizar una llamada a la 
API CreateAutoMLJobV2 para ajustar un modelo (). Falcon7BInstruct

{ 
   "AutoMLJobName": "<job_name>", 
   "AutoMLJobInputDataConfig": [  
      {  
         "ChannelType": "training", 
         "CompressionType": "None", 
         "ContentType": "text/csv",  
         "DataSource": {  
            "S3DataSource": {  
               "S3DataType": "S3Prefix", 
               "S3Uri": "s3://<bucket_name>/<input_data>.csv" 
            } 
         } 
      } 
   ], 
  "OutputDataConfig": { 
      "S3OutputPath": "s3://<bucket_name>/output", 
      "KmsKeyId": "arn:aws:kms:<region>:<account_id>:key/<key_value>" 
   }, 
   "RoleArn":"arn:aws:iam::<account_id>:role/<sagemaker_execution_role_name>", 
   "AutoMLProblemTypeConfig": { 
        "TextGenerationJobConfig": { 
            "BaseModelName": "Falcon7BInstruct" 
       } 
   }
}

Todos los demás parámetros son opcionales.

Parámetros opcionales

En las siguientes secciones, se proporcionan detalles de algunos parámetros opcionales que puede 
pasar al trabajo de ajuste de AutoML.
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Cómo especificar los conjuntos de datos de entrenamiento y validación de un trabajo de AutoML

Puede proporcionar su propio conjunto de datos de validación y una tasa de división de datos 
personalizada, o puede dejar que Piloto automático divida el conjunto de datos automáticamente.

Cada AutoMLJobChannelobjeto (consulte el parámetro obligatorio AutoML JobInputDataConfig) 
tiene unChannelType, que se puede establecer en validation valores que especifican cómo se 
utilizarán los datos al crear un modelo de aprendizaje automático. training

Debe proporcionar al menos un origen de datos y un máximo de dos: uno para los datos de 
entrenamiento y otro para los datos de validación. La forma de dividir los datos en conjuntos de datos 
de entrenamiento y validación depende de si tiene uno o dos orígenes de datos.

• Si solo tiene un origen de datos, el ChannelType se establece en training de forma 
predeterminada y debe tener este valor.

• Si el valor ValidationFraction en AutoMLDataSplitConfig no está establecido, el 20 % 
(0,2) de los datos de este origen se utiliza para la validación de forma predeterminada.

• Si la ValidationFraction se establece en un valor entre 0 y 1, el conjunto de datos se divide 
en función del valor especificado, donde el valor especifica la fracción del conjunto de datos 
utilizada para la validación.

• Si tiene dos orígenes de datos, el ChannelType de uno de los objetos de AutoMLJobChannel
debe establecerse en training, el valor predeterminado. El ChannelType del otro origen de 
datos debe estar establecido en validation. Los dos orígenes de datos deben tener el mismo 
formato, CSV o Parquet, y el mismo esquema. En este caso, no debe establecer el valor de
ValidationFraction, ya que todos los datos de cada origen se utilizan para el entrenamiento o 
la validación. Si se configura este valor, se producirá un error.

Cómo habilitar la implementación automática

Con el piloto automático, puede implementar automáticamente su modelo ajustado en un 
punto final. Para habilitar la implementación automática de su modelo ajustado, incluya una
ModelDeployConfig en la solicitud de trabajo de AutoML. Esto permite implementar su modelo 
ajustado en un punto final. SageMaker A continuación, se muestran las configuraciones disponibles 
para la personalización.

• Para permitir que Piloto automático genere el nombre del punto de conexión, configure
AutoGenerateEndpointName en True.
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• Si desea proporcionar su propio nombre para el punto de conexión, configure
AutoGenerateEndpointName to False and provide a name of your choice in
EndpointName.

Cómo configurar la aceptación del EULA al ajustar un modelo mediante la API AutoML

En el caso de los modelos que requieren la aceptación de un acuerdo de licencia de usuario 
final antes de realizar los ajustes, puede aceptar el EULA estableciendo el AcceptEula
atributo to in ModelAccessConfig al True configurar su. TextGenerationJobConfig
AutoMLProblemTypeConfig

Cómo configurar los hiperparámetros para optimizar el proceso de aprendizaje de un modelo

Puede optimizar el proceso de aprendizaje de su modelo de generación de texto estableciendo 
valores de hiperparámetros en el TextGenerationHyperParameters atributo
TextGenerationJobConfig al configurar su. AutoMLProblemTypeConfig

El piloto automático permite configurar cuatro hiperparámetros comunes en todos los modelos.

• epochCount: Su valor debe ser una cadena que contenga un valor entero dentro del rango de 1
a. 10

• batchSize: Su valor debe ser una cadena que contenga un valor entero dentro del rango de 1
to64.

• learningRate: Su valor debe ser una cadena que contenga un valor de punto flotante dentro del 
rango de to. 0 1

• learningRateWarmupSteps: Su valor debe ser una cadena que contenga un valor entero 
dentro del rango de to. 0 250

Para obtener más información sobre cada hiperparámetro, consulteOptimice el proceso de 
aprendizaje de sus modelos de generación de texto con hiperparámetros.

El siguiente ejemplo de JSON muestra un TextGenerationHyperParameters campo que se 
pasa al TextGenerationJobConfig lugar donde están configurados los cuatro hiperparámetros.

"AutoMLProblemTypeConfig": { 
  "TextGenerationJobConfig": { 
    "BaseModelName": "Falcon7B", 
    "TextGenerationHyperParameters": {"epochCount":"5", "learningRate":"0.000001", 
 "batchSize": "32", "learningRateWarmupSteps": "10"} 
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  }
}

Modelos de lenguaje grandes compatibles para el ajuste

Con la API de Piloto automático, los usuarios pueden ajustar los siguientes modelos de lenguaje 
grandes (LLM). Esos modelos funcionan con Amazon SageMaker JumpStart.

Note

Para ajustar los modelos que requieren la aceptación de un acuerdo de licencia de usuario 
final, debe declarar explícitamente la aceptación del EULA al crear su trabajo de AutoML. 
Tenga en cuenta que después de ajustar un modelo previamente entrenado, se cambian 
los pesos del modelo original, por lo que no tendrá que aceptar más adelante un EULA al 
implementar el modelo ajustado.
Para obtener información sobre cómo aceptar el EULA al crear un trabajo de ajuste con la 
API AutoML, consulte. the section called “Establezca el EULA”

Para obtener todos los detalles de cada modelo, busque su ID de modelo en la siguiente tabla
de SageMaker JumpStart modelos y, a continuación, siga el enlace de la columna Fuente. Estos 
detalles pueden incluir los idiomas compatibles con el modelo, los sesgos que puede presentar, los 
conjuntos de datos empleados para el ajuste, etc.

SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

huggingface-textgeneration- 
dolly-v2-3b-bf16

Dolly3B La Dolly 3B es un gran modelo 
de lenguaje basado en 
pythia-2.8b que sigue instrucci 
ones de parámetros de 2.800 
millones de parámetros. Está 
entrenado en el conjunto 
de datos de ajuste preciso 
de instrucción/respuesta
databricks-dolly-15k y puede 
realizar tareas como la lluvia 
de ideas, la clasificación, 
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

las preguntas y respuesta 
s, la generación de texto, la 
extracción de información y el 
resumen.

huggingface-textgeneration- 
dolly-v2-7b-bf16

Dolly7B El Dolly 7B es un modelo 
lingüístico amplio basado en la 
pythia-6.9b que sigue instrucci 
ones de 6.900 millones de 
parámetros. Está entrenado 
en el conjunto de datos de 
ajuste preciso de instrucción/
respuesta databricks-dolly-1 
5k y puede realizar tareas 
como la lluvia de ideas, la 
clasificación, las preguntas 
y respuestas, la generació 
n de texto, la extracción de 
información y el resumen.
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

huggingface-textgeneration- 
dolly-v2-12b-bf16

Dolly12B El Dolly 12B es un gran 
modelo de lenguaje basado 
en la pythia-12b que sigue 
instrucciones de 12 000 
millones de parámetros. Está 
entrenado en el conjunto 
de datos de ajuste preciso 
de instrucción/respuesta
databricks-dolly-15k y puede 
realizar tareas como la lluvia 
de ideas, la clasificación, 
las preguntas y respuesta 
s, la generación de texto, la 
extracción de información y el 
resumen.

huggingface-llm-falcon-7b-b 
f16

Falcon7B El Falcon 7B es un modelo de 
lenguaje amplio y causal de 
7.000 millones de parámetros 
que se basa en 1.500 millones 
de fichas y está enriqueci 
do con corpus seleccion 
ados. El Falcon-7B está 
entrenado únicamente con 
datos en inglés y francés, y 
no generaliza adecuadam 
ente a otros idiomas. Debido a 
que el modelo se entrenó con 
grandes cantidades de datos 
web, contiene los estereotipos 
y sesgos que se encuentran 
comúnmente en línea.
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

huggingface-llm-falcon-7b-i 
nstruct-bf16

Falcon7BInstruct El Falcon 7B Instruct es un 
modelo de lenguaje amplio 
y causal de 7.000 millones 
de parámetros basado en el 
Falcon 7B y perfeccionado a 
partir de una combinación de 
conjuntos de datos de chat e 
instrucción de 250 millones de 
fichas. El Falcon 7B Instruct 
se entrena principalmente 
con datos en inglés y no 
generaliza adecuadamente 
a otros idiomas. Además, al 
estar formado a partir de un 
corpus representativo de la 
web a gran escala, transmite 
los estereotipos y sesgos 
que suelen encontrarse en 
Internet.
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

huggingface-llm-falcon-40b- 
bf16

Falcon40B El Falcon 40B es un modelo 
de lenguaje amplio y causal 
de 40 000 millones de 
parámetros que se basa en 
1 000 000 millones de fichas 
enriquecidas con corpus 
seleccionados. Se forma 
principalmente en inglés, 
alemán, español y francés, 
con capacidades limitadas en 
italiano, portugués, polaco, 
holandés, rumano, checo 
y sueco. No se generaliz 
a adecuadamente a otros 
idiomas. Además, dado 
que se basa en un corpus 
representativo de la web 
a gran escala, transmite 
los estereotipos y sesgos 
que suelen encontrarse en 
Internet.
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

huggingface-llm-falcon-40b- 
instruct-bf16

Falcon40BInstruct El Falcon 40B Instruct es un 
modelo de lenguaje amplio 
y causal de 40 000 millones 
de parámetros basado en el 
Falcon40B y perfeccionado 
en una mezcla de Baize. Se 
entrena principalmente con 
datos en inglés y francés, y 
no se generaliza adecuadam 
ente a otros idiomas. Además, 
al estar formado sobre un 
corpus representativo de la 
web a gran escala, transmite 
los estereotipos y sesgos 
que suelen encontrarse en 
Internet.
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

huggingface-text2text-flan-t5-
large

FlanT5L La familia de modelos Flan-
T5 es un conjunto de modelos 
lingüísticos de gran tamaño 
que se adaptan a múltiples 
tareas y que se pueden 
seguir entrenando. Estos 
modelos son adecuados para 
tareas como la traducción 
de idiomas, la generación 
de textos, la finalización de 
oraciones, la desambiguación 
del sentido de las palabras, 
la síntesis o la respuesta 
a preguntas. El Flan T5 L 
es un modelo lingüístico de 
780 millones de parámetro 
s entrenado en numerosos 
idiomas. Encontrará la lista 
de idiomas compatibles con 
el Flan T5 L en los detalles 
del modelo obtenidos al 
buscar por ID de modelo en 
SageMaker JumpStart la tabla 
de modelos.
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

huggingface-text2text-flan-t5-
xl

FlanT5XL La familia de modelos Flan-
T5 es un conjunto de modelos 
lingüísticos de gran tamaño 
que se adaptan a múltiples 
tareas y que se pueden 
seguir entrenando. Estos 
modelos son adecuados para 
tareas como la traducción 
de idiomas, la generación 
de textos, la finalización de 
oraciones, la desambiguación 
del sentido de las palabras, 
la síntesis o la respuesta a 
preguntas. El Flan T5 XL 
es un modelo lingüístico de 
3000 millones de parámetro 
s que se ha entrenado en 
numerosos idiomas. Encontrar 
á la lista de idiomas compatibl 
es con el Flan T5 XL en los 
detalles del modelo obtenidos 
al buscar por ID de modelo en 
SageMaker JumpStart la tabla 
de modelos.
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

huggingface-text2text-flan-t5-
xxll

FlanT5XXL La familia de modelos Flan-
T5 es un conjunto de modelos 
lingüísticos de gran tamaño 
que se adaptan a múltiples 
tareas y que se pueden 
seguir entrenando. Estos 
modelos son adecuados para 
tareas como la traducción 
de idiomas, la generación 
de textos, la finalización de 
oraciones, la desambiguación 
del sentido de las palabras, 
la síntesis o la respuesta a 
preguntas. El Flan T5 XXL es 
un modelo de 11 mil millones 
de parámetros. Encontrará 
la lista de idiomas compatibl 
es con el Flan T5 XXL en los 
detalles del modelo obtenidos 
al buscar por ID de modelo 
en la tabla de modelos. 
SageMaker JumpStart
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

meta-textgeneration-llama-2 
-7b

Llama2-7B Llama 2 es una colección de 
modelos de texto generativ 
os preentrenados y ajustados 
, con una escala que va 
desde 7 mil millones a 70 
mil millones de parámetros. 
Llama2-7B es un modelo de 
7 mil millones de parámetro 
s diseñado para su uso en 
inglés y que se puede adaptar 
a una variedad de tareas 
de generación de lenguaje 
natural.

meta-textgeneration-llama-2 
-7b-f

Llama2-7BChat Llama 2 es una colección de 
modelos de texto generativ 
os preentrenados y ajustados 
, con una escala que va 
desde 7 mil millones a 70 
mil millones de parámetro 
s. Llama2-7B es el modelo 
de chat de 7 mil millones 
de parámetros que está 
optimizado para casos de uso 
del diálogo.
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

meta-textgeneration-llama-2 
-13b

Llama2-13B Llama 2 es una colección de 
modelos de texto generativ 
os preentrenados y ajustados 
, con una escala que oscila 
entre 7 000 y 70 000 millones 
de parámetros. Llama2-13 
B es un modelo de 13 000 
millones de parámetros 
diseñado para su uso en 
inglés y que se puede adaptar 
a diversas tareas de generació 
n de lenguaje natural.

meta-textgeneration-llama-2 
-13b-f

Llama2-13BChat Llama 2 es una colección de 
modelos de texto generativ 
os preentrenados y ajustados 
, con una escala que oscila 
entre 7 000 y 70 000 millones 
de parámetros. Llama2-13B 
es el modelo de chat de 13 
000 millones de parámetro 
s que está optimizado para 
casos de uso del diálogo.

huggingface-llm-mistral-7b Mistral7B El Mistral 7B es un código 
de siete mil millones de 
parámetros y un modelo de 
generación de texto en inglés 
de uso general. Se puede usar 
en una variedad de casos 
de uso, incluidos el resumen 
de texto, la clasificación, 
la finalización de texto o la 
finalización de código.
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SageMaker JumpStart ID del 
modelo

BaseModelName  en una 
solicitud de API

Descripción

huggingface-llm-mistral-7b- 
instruct

Mistral7BInstruct El Mistral 7B Instruct es 
la versión mejorada del 
Mistral 7B para casos de uso 
conversacional. Se especiali 
zó utilizando una variedad 
de conjuntos de datos de 
conversaciones disponibles 
públicamente en inglés.

huggingface-textgeneration1-
mpt-7b-bf16

MPT7B El MPT 7B es un modelo 
lingüístico de gran tamaño, 
tipo transformador, tipo 
decodificador, con 6.700 
millones de parámetros, 
entrenado previamente desde 
cero con un billón de fichas 
de texto y código en inglés. 
Está preparado para gestionar 
contextos de gran longitud.

huggingface-textgeneration1-
mpt-7b-instruct-bf16

MPT7BInstruct El MPT 7B Instruct es un 
modelo para la instrucci 
ón abreviada que sigue las 
tareas. Se creó ajustando 
el MPT 7B a partir de un 
conjunto de datos derivado de
databricks-dolly-15k y de los 
conjuntos de datos Anthropic 
Helpful and Harmless (HH-
RLHF).
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Tipos de archivos de conjuntos de datos y formato de datos de entrada

El ajuste preciso basado en la instrucción utiliza conjuntos de datos etiquetados para mejorar 
el rendimiento de los LLM previamente entrenados en tareas específicas de procesamiento del 
lenguaje natural (PNL). Los ejemplos etiquetados están formateados como pares de pronto-
respuesta y redactados como instrucciones.

Para obtener más información sobre los tipos de archivos de conjuntos de datos compatibles, 
consulte Tipos de archivos de conjuntos de datos compatibles.

Para obtener más información sobre el formato de datos de entrada, consulte Formato de datos de 
entrada para el ajuste basado en instrucciones.

Tipos de archivos de conjuntos de datos compatibles

Autopilot admite conjuntos de datos de ajuste preciso basados en instrucciones formateados como 
archivos CSV (predeterminado) o como archivos Parquet.

• El CSV (valores separados por comas) es un formato de archivo basado en filas que almacena los 
datos en texto plano legible por humanos, lo que constituye una opción popular para el intercambio 
de datos, ya que es compatible con una amplia gama de aplicaciones.

• Parquet es un formato de archivo binario basado en columnas en el que los datos se almacenan y 
procesan de manera más eficiente que en los formatos de archivo legibles por humanos, como el 
CSV. Esto lo convierte en una mejor opción para los problemas de big data.

Note

El conjunto de datos puede constar de varios archivos, cada uno de los cuales debe 
ajustarse a una plantilla específica. Para obtener más información sobre cómo dar formato 
a datos de entrada, consulte Formato de datos de entrada para el ajuste basado en 
instrucciones.

Formato de datos de entrada para el ajuste basado en instrucciones

Cada archivo del conjunto de datos debe tener el siguiente formato:

• El conjunto de datos debe contener exactamente dos columnas nombradas y separadas por 
comas: input y output. El piloto automático no permite columnas adicionales.
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• Las columnas input contienen las instrucciones y las correspondientes output contienen la 
respuesta esperada. Tanto input como output están en formato de cadena.

El siguiente ejemplo muestra el formato de datos de entrada para el ajuste basado en instrucciones 
en Piloto automático.

input,output
"<prompt text>","<expected generated text>"

Note

Recomendamos utilizar conjuntos de datos con un mínimo de 1000 filas para garantizar un 
aprendizaje y un rendimiento óptimos del modelo.

Además, Piloto automático establece un límite máximo en el número de filas del conjunto de datos, 
así como la longitud del contexto en función del tipo de modelo que se utilice.

• Los límites del número de filas de un conjunto de datos se aplican al recuento acumulado de filas 
en todos los archivos del conjunto de datos, incluidos varios archivos. Si hay dos tipos de canales
definidos (uno para entrenamiento y otro para validación), el límite se aplica al número total de filas 
en todos los conjuntos de datos de ambos canales. Cuando el número de filas supera el umbral, el 
trabajo falla y se produce un error de validación.

• Cuando la longitud de la entrada o salida de una fila del conjunto de datos supera el límite 
establecido en el contexto del modelo de lenguaje, queda truncado automáticamente. Si más del 
60 % de las filas del conjunto de datos están truncadas, ya sea en la entrada o en la salida, el 
piloto automático falla y se produce un error de validación.

La siguiente tabla presenta esos límites para cada modelo.

SageMaker JumpStart 
ID del modelo

BaseModelName  en 
una solicitud de API

Límite de fila Límite de longitud del 
contexto

huggingface-textge 
neration-dolly-v2-3b-
bf16

Dolly3B 10 000 filas 1024 tokens
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SageMaker JumpStart 
ID del modelo

BaseModelName  en 
una solicitud de API

Límite de fila Límite de longitud del 
contexto

huggingface-textge 
neration-dolly-v2-7b-
bf16

Dolly7B 10 000 filas 1024 tokens

huggingface-textge 
neration-dolly-v2-12b-
bf16

Dolly12B 10 000 filas 1024 tokens

huggingface-llm-fa 
lcon-7b-bf16

Falcon7B 1000 filas 1024 tokens

huggingface-llm-fa 
lcon-7b-instruct-bf16

Falcon7BI 
nstruct

1000 filas 1024 tokens

huggingface-llm-fa 
lcon-40b-bf16

Falcon40B 10 000 filas 1024 tokens

huggingface-llm-fa 
lcon-40b-instruct-bf16

Falcon40B 
Instruct

10 000 filas 1024 tokens

huggingface-text2text-
flan-t5-large

FlanT5L 10 000 filas 1024 tokens

huggingface-text2text-
flan-t5-xl

FlanT5XL 10 000 filas 1024 tokens

huggingface-text2text-
flan-t5-xxll

FlanT5XXL 10 000 filas 1024 tokens

meta-textgeneration-
llama-2-7b

Llama2-7B 10 000 filas 2048 tokens

meta-textgeneration-
llama-2-7b-f

Llama2-7BChat 10 000 filas 2048 tokens
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SageMaker JumpStart 
ID del modelo

BaseModelName  en 
una solicitud de API

Límite de fila Límite de longitud del 
contexto

meta-textgeneration-
llama-2-13b

Llama2-13B 7.000 filas 2048 tokens

meta-textgeneration-
llama-2-13b-f

Llama2-13BChat 7.000 filas 2048 tokens

huggingface-llm-mi 
stral-7b

Mistral7B 10 000 filas 2048 tokens

huggingface-llm-mi 
stral-7b-instruct

Mistral7B 
Instruct

10 000 filas 2048 tokens

huggingface-textge 
neration1-mpt-7b-bf16

MPT7B 10 000 filas 1024 tokens

huggingface-textge 
neration1-mpt-7b-i 
nstruct-bf16

MPT7BInstruct 10 000 filas 1024 tokens

Optimice el proceso de aprendizaje de sus modelos de generación de texto con 
hiperparámetros

Puede optimizar el proceso de aprendizaje de su modelo base ajustando cualquier combinación de 
los siguientes hiperparámetros. Estos parámetros están disponibles para todos los modelos.

• Recuento de épocas: el epochCount hiperparámetro determina cuántas veces el modelo recorre 
todo el conjunto de datos de entrenamiento. Influye en la duración del entrenamiento y puede 
evitar el sobreajuste si se configura adecuadamente. Un gran número de épocas puede aumentar 
el tiempo de ejecución general de los trabajos de ajuste fino. Recomendamos establecer un valor 
grande MaxAutoMLJobRuntimeInSeconds dentro de la TextGenerationJobConfig para 
evitar que los CompletionCriteria trabajos de ajuste fino se detengan prematuramente.

• Tamaño del lote: el batchSize hiperparámetro define el número de muestras de datos utilizadas 
en cada iteración del entrenamiento. Puede afectar a la velocidad de convergencia y al uso 
de memoria. Con un tamaño de lote grande, aumenta el riesgo de que se produzcan errores 
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de falta de memoria (OOM), que pueden manifestarse como un error interno del servidor en el 
piloto automático. Para comprobar si hay algún error de este tipo, consulte en el grupo de /aws/
sagemaker/TrainingJobs registros los trabajos de formación iniciados por su trabajo de piloto 
automático. Puede acceder a esos registros CloudWatch desde la consola de AWS administración. 
Elija Registros y, a continuación, elija el grupo de /aws/sagemaker/TrainingJobs registros. 
Para corregir los errores de OOM, reduzca el tamaño del lote.

Se recomienda empezar con un tamaño de lote de 1 y, a continuación, aumentarlo gradualmente 
hasta que se produzca un error de falta de memoria. Como referencia, 10 épocas suelen tardar 
hasta 72 horas en completarse.

• Velocidad de aprendizaje: el learningRate hiperparámetro controla el tamaño del paso al 
que se actualizan los parámetros de un modelo durante el entrenamiento. Determina con qué 
rapidez o lentitud se actualizan los parámetros del modelo durante el entrenamiento. Una tasa de 
aprendizaje alta significa que los parámetros se actualizan con un tamaño de paso grande, lo que 
puede conducir a una convergencia más rápida, pero también puede provocar que el proceso de 
optimización sobrepase la solución óptima y se vuelva inestable. Una tasa de aprendizaje baja 
significa que los parámetros se actualizan con un tamaño de paso pequeño, lo que puede conducir 
a una convergencia más estable, pero a costa de un aprendizaje más lento.

• Pasos de calentamiento de la tasa de aprendizaje: el learningRateWarmupSteps
hiperparámetro especifica el número de pasos de entrenamiento durante los cuales la tasa de 
aprendizaje aumenta gradualmente hasta alcanzar su objetivo o valor máximo. Esto ayuda a que 
el modelo converja de manera más eficaz y evita problemas como la divergencia o la convergencia 
lenta que pueden producirse con una tasa de aprendizaje inicialmente alta.

Para obtener información sobre cómo ajustar los hiperparámetros para su experimento de ajuste 
preciso en el piloto automático y descubrir sus posibles valores, consulte. Cómo configurar los 
hiperparámetros para optimizar el proceso de aprendizaje de un modelo

Métricas para ajustar modelos de lenguaje grandes en Piloto automático

Piloto automático utiliza su conjunto de datos para ajustar directamente el modelo de lenguaje 
objetivo (LLM) a fin de mejorar una métrica objetivo predeterminada: la pérdida de entropía cruzada.

La pérdida de entropía cruzada es una métrica muy utilizada para evaluar la diferencia entre 
la distribución de probabilidad prevista y la distribución real de las palabras en los datos de 
entrenamiento. Al minimizar la pérdida de entropía cruzada, el modelo aprende a hacer predicciones 
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más precisas y relevantes desde el punto de vista del contexto, especialmente en las tareas 
relacionadas con la generación de texto.

Tras afinar un LLM, puede evaluar la calidad del texto generado utilizando una serie de puntuaciones 
de ROUGE. Además, puede analizar la perplejidad y las pérdidas de entrenamiento y validación por 
entropía cruzada como parte del proceso de evaluación.

• La pérdida de perplejidad mide hasta qué punto el modelo puede predecir la siguiente palabra 
de una secuencia de texto; los valores más bajos indican una mejor comprensión del idioma y el 
contexto.

• El método Understudy for Gisting Evaluation (ROUGE), orientado al recuerdo, es un conjunto 
de métricas que se utilizan en el campo del procesamiento del lenguaje natural (PNL) y el 
aprendizaje automático para evaluar la calidad del texto generado por máquina, como el resumen 
o la generación de textos. Principalmente, evalúa las similitudes entre el texto generado y el texto 
de referencia de datos reales (escrito por humanos) en un conjunto de datos de validación. Las 
medidas ROUGE están diseñadas para evaluar varios aspectos de la similitud de los textos, 
como la precisión y el recuerdo de los n-gramas (secuencias contiguas de palabras) en los textos 
de referencia y los generados por el sistema. El objetivo es evaluar el grado de precisión de un 
modelo al capturar la información presente en el texto de referencia.

Existen varias variantes de las métricas de ROUGE, según el tipo de n-gramas utilizados y los 
aspectos específicos de la calidad del texto que se estén evaluando.

La siguiente lista contiene el nombre y la descripción de las métricas de ROUGE disponibles tras el 
ajuste de modelos de lenguaje grandes en Piloto automático.

ROUGE-1, ROUGE-2

ROUGE-N, la métrica principal de ROUGE, mide la superposición de n-gramas entre los textos 
generados por el sistema y los de referencia. El ROUGE-N se puede ajustar a distintos valores 
de n (aquí 1 o2) para evaluar en qué medida el texto generado por el sistema captura los n-
gramas del texto de referencia.

ROUGE-L

ROUGE-L (ROUGE-Longest Common Subsequence) calcula la subsecuencia común más 
larga entre el texto generado por el sistema y el texto de referencia. Esta variante tiene en 
cuenta el orden de las palabras además de la superposición del contenido.
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ROUGE-L-Sum

ROUGE-L-SUM (Longest Common Subsequence for Summarization) se ha diseñado para la 
evaluación de sistemas de resumen de textos. Su objetivo es medir la subsecuencia común 
más larga entre el resumen generado automáticamente y el resumen de referencia. ROUGE-L-
SUM tiene en cuenta el orden de las palabras del texto, lo que es importante en las tareas de 
resumen de textos.

Predicciones e implementación de modelos en Piloto automático

Tras ajustar un modelo lingüístico de gran tamaño (LLM), puede implementar el modelo para 
la generación de texto en tiempo real configurando un punto final para obtener predicciones 
interactivas.

Note

Recomendamos ejecutar los trabajos de inferencia en tiempo real en ml.g5.12xlarge
para obtener un mejor rendimiento. Como alternativa, las instancias ml.g5.8xlarge son 
adecuadas para las tareas de generación de texto Falcon-7B-Instruct y MPT-7B-Instruct.
Puede encontrar información detallada sobre estas instancias en la categoría Computación 
acelerada, en la selección de tipos de instancias suministrada por Amazon EC2.

Generación de texto en tiempo real

Puede usar SageMaker las API para implementar manualmente su modelo ajustado en un punto 
final de inferencia en tiempo real de SageMaker Hosting y, luego, comenzar a hacer predicciones 
invocando el punto final de la siguiente manera.

Note

Como alternativa, puede elegir la opción de implementación automática al crear el 
experimento de ajuste en Piloto automático. Para obtener más información sobre 
cómo configurar la implementación automática de modelos, consulte Cómo habilitar la 
implementación automática.
También puedes usar el SDK de SageMaker Python y la JumpStartModel clase para 
realizar inferencias con modelos ajustados por el piloto automático. Para ello, especifique 
una ubicación personalizada para el artefacto del modelo en Amazon S3. Para obtener 
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información sobre cómo definir su modelo como SageMaker JumpStart modelo y cómo 
implementarlo para la inferencia, consulte Implementación de código bajo con la clase. 
JumpStartModel

1. Obtener las definiciones del contenedor de inferencias candidato

Puede encontrarlo InferenceContainerDefinitions dentro del BestCandidate objeto 
recuperado de la respuesta a la llamada a la API DescribeAutoMLJobv2. Una definición de 
contenedor para inferencias hace referencia al entorno contenerizado que se ha diseñado para 
implementar y ejecutar el modelo entrenado a fin de realizar predicciones.

El siguiente ejemplo de AWS CLI comando usa la API DescribeAutoMLJobv2 para obtener las 
definiciones de contenedor recomendadas para el nombre de su trabajo.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name job-name --region region

2. Cree un modelo SageMaker

Utilice las definiciones de contenedor del paso anterior para crear un SageMaker modelo mediante 
la CreateModelAPI. Observe el siguiente comando AWS CLI como ejemplo. Use CandidateName
como nombre para el modelo.

aws sagemaker create-model --model-name '<your-candidate-name>' \ 
                    --primary-container '<container-definition' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

3. Crear la configuración de un punto de conexión

El siguiente ejemplo de AWS CLI comando usa la CreateEndpointConfigAPI para crear una 
configuración de punto final.

Note

Para evitar que se agote el tiempo de creación del punto de conexión 
debido a una descarga prolongada del modelo, es recomendable 
configurar ModelDataDownloadTimeoutInSeconds = 3600 y
ContainerStartupHealthCheckTimeoutInSeconds = 3600.
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aws sagemaker create-endpoint-config --endpoint-config-name '<your-endpoint-config-
name>' \ 
                    --production-variants '<list-of-
production-variants>' ModelDataDownloadTimeoutInSeconds=3600 
 ContainerStartupHealthCheckTimeoutInSeconds=3600 \ 
                    --region '<region>'

4. Crear el punto de conexión

En el siguiente AWS CLI ejemplo, se utiliza la CreateEndpointAPI para crear el punto final.

aws sagemaker create-endpoint --endpoint-name '<your-endpoint-name>' \ 
                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
                    --region '<region>'

Compruebe el progreso de la implementación de su punto final mediante la DescribeEndpointAPI. 
Observe el siguiente comando AWS CLI como ejemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Cuando EndpointStatus cambie a InService, el punto de conexión estará listo para usarse 
en la inferencia en tiempo real.

5. Invocar al punto de conexión

El siguiente comando invoca al punto de conexión para realizar inferencias en tiempo real. El 
mensaje debe estar codificado en bytes.

Note

El formato de la solicitud de entrada depende del modelo de idioma. Para obtener más 
información sobre el formato de las solicitudes de generación de texto, consulte Formato 
de solicitud para la generación de texto: modelos de inferencia en tiempo real.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
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                  --region '<region>' --body '<your-promt-in-bytes>' [--content-type] 
 'application/json' <outfile>

Formato de solicitud para la generación de texto: modelos de inferencia en tiempo real

Los distintos modelos de lenguaje de gran tamaño (LLM) pueden tener dependencias de software, 
entornos de ejecución y requisitos de hardware específicos, lo que influye en el contenedor 
recomendado por Autopilot para alojar el modelo de inferencia. Además, cada modelo dicta el 
formato de datos de entrada requerido y el formato esperado para las predicciones y los resultados.

A continuación, se muestran ejemplos de entradas para algunos modelos y contenedores 
recomendados.

• Para los modelos Falcon con el contenedor huggingface-pytorch-tgi-inference:2.0.1-
tgi1.0.3-gpu-py39-cu118-ubuntu20.04 recomendado:

payload = { 
    "inputs": "Large language model fine-tuning is defined as", 
    "parameters": { 
        "do_sample": false, 
        "top_p": 0.9, 
        "temperature": 0.1, 
        "max_new_tokens": 128, 
        "stop": ["<|endoftext|>", "</s>"] 
    }
}

• Para todos los demás modelos con el contenedor djl-inference:0.22.1-
fastertransformer5.3.0-cu118 recomendado:

payload= { 
    "text_inputs": "Large language model fine-tuning is defined as"
}
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Cree un experimento de piloto automático de regresión o clasificación para 
datos tabulares mediante la interfaz de usuario clásica de Studio

Note

Todas las instrucciones relacionadas con la interfaz de usuario de esta guía se refieren a las 
funciones independientes de Autopilot antes de migrar a Amazon Canvas. SageMaker  Los 
usuarios que sigan estas instrucciones deben usar Studio Classic.

Puede usar la interfaz de usuario clásica de Amazon SageMaker Studio para crear experimentos 
de piloto automático para problemas de clasificación o regresión en datos tabulares. La interfaz de 
usuario le ayuda a especificar el nombre del experimento, a proporcionar ubicaciones para los datos 
de entrada y salida y a especificar qué datos de destino desea predecir. Si lo desea, también puede 
especificar el tipo de problema que quiere resolver (regresión, clasificación, clasificación multiclase), 
elegir su estrategia de modelado (conjuntos apilados u optimización de hiperparámetros), seleccionar 
la lista de algoritmos que utiliza el piloto automático para entrenar los datos, etc.

La interfaz de usuario incluye descripciones, conmutadores, menús desplegables, botones de radio 
y mucho más para ayudarte a crear los modelos candidatos. Una vez realizado el experimento, 
puede comparar los ensayos y ahondar en los detalles de los pasos previos al procesamiento, 
los algoritmos y los rangos de hiperparámetros de cada modelo. Si lo desea, puede descargar 
sus informes de explicabilidad y rendimiento. Utilice los cuadernos proporcionados para ver los 
resultados de la exploración automática de datos o las definiciones de los modelos candidatos.

Como alternativa, puede utilizar la API Autopilot AutoML en. Cree un trabajo de regresión o 
clasificación para datos tabulares mediante la API AutoML

Configurar los parámetros predeterminados de un experimento de Piloto automático 
(para administradores)

El piloto automático permite establecer valores predeterminados para simplificar la configuración 
de Amazon SageMaker Autopilot al crear un experimento de piloto automático mediante la interfaz 
de usuario de Studio Classic. Los administradores pueden usar las configuraciones de ciclo de vida 
(LCC) de Studio Classic para establecer los valores de infraestructura, redes y seguridad en los 
archivos de configuración y rellenar previamente los ajustes avanzados de los trabajos. AutoML
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De este modo, pueden controlar completamente la conectividad de la red y los permisos de acceso a 
los recursos asociados a Amazon SageMaker Studio Classic, incluidas las SageMaker instancias, las 
fuentes de datos, los datos de salida y otros servicios relacionados. En concreto, los administradores 
pueden configurar la arquitectura de red deseada, como Amazon VPC, subredes y grupos de 
seguridad, para un dominio de Studio Classic o perfiles de usuario individuales. Los científicos de 
datos pueden centrarse en parámetros específicos de la ciencia de datos al crear sus experimentos 
de piloto automático mediante la interfaz de usuario de Studio Classic. Además, los administradores 
pueden gestionar el cifrado de los datos en la instancia en la que se ejecutan los experimentos de 
Piloto automático configurando claves de cifrado predeterminadas.

Note

Actualmente, esta característica no está disponible en las regiones registradas de Asia-
Pacífico (Hong Kong) y Medio Oriente (Baréin).

En las siguientes secciones, encontrará la lista completa de parámetros que permiten establecer los 
valores predeterminados al crear un experimento de piloto automático mediante la interfaz de usuario 
de Studio Classic, y aprender a establecer esos valores predeterminados.

Temas

• Lista de parámetros predeterminados compatibles

• Establecer los parámetros predeterminados del experimento con Piloto automático

Lista de parámetros predeterminados compatibles

Los siguientes parámetros permiten establecer valores predeterminados con un archivo de 
configuración para crear un experimento de piloto automático mediante la interfaz de usuario 
de Studio Classic. Una vez configurados, los valores rellenan automáticamente el campo 
correspondiente en la pestaña Crear experimento del piloto automático de la interfaz de usuario de 
Studio Classic. Consulte Advanced settings (optional) para obtener una descripción completa de 
cada campo.

• Seguridad: Amazon VPC, subredes y grupos de seguridad.

• Acceso: ARN de rol de IAM de AWS.

• Cifrado: id. de clave AWS KMS.

• Etiquetas: pares clave-valor que se utilizan para etiquetar y organizar los recursos. SageMaker
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Establecer los parámetros predeterminados del experimento con Piloto automático

Los administradores pueden establecer los valores predeterminados en un archivo de configuración 
y, a continuación, colocar manualmente el archivo en una ubicación recomendada dentro del entorno 
de Studio Classic para usuarios específicos, o pueden pasar el archivo a un script de configuración 
del ciclo de vida (LCC) para automatizar la personalización del entorno de Studio Classic para un 
dominio o perfil de usuario determinados.

• Para configurar el archivo de configuración, comience por rellenar  con sus parámetros 
predeterminados.

Para configurar los valores predeterminados incluidos en Lista de parámetros 
predeterminados compatibles, los administradores pueden crear un archivo de configuración 
denominadoconfig.yaml, cuya estructura debe adherirse a la de este archivo de configuración 
de ejemplo. En el siguiente fragmento, se muestra un ejemplo de archivo de configuración con 
todos los parámetros AutoML compatibles. Para obtener más información sobre el formato de este 
archivo, consulte el esquema completo.

SchemaVersion: '1.0'
SageMaker: 
  AutoMLJob: 
    # https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_CreateAutoMLJob.html 
    AutoMLJobConfig: 
      SecurityConfig: 
        EnableInterContainerTrafficEncryption: true 
        VolumeKmsKeyId: 'kms-key-id' 
        VpcConfig: 
          SecurityGroupIds: 
            - 'security-group-id-1' 
            - 'security-group-id-2' 
          Subnets: 
            - 'subnet-1' 
            - 'subnet-2' 
    OutputDataConfig: 
      KmsKeyId: 'kms-key-id' 
    RoleArn: 'arn:aws:iam::111222333444:role/Admin' 
    Tags: 
    - Key: 'tag_key' 
      Value: 'tag_value'
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• A continuación, coloque el archivo de configuración en la ubicación recomendada copiando 
manualmente el archivo en sus rutas recomendadas o utilizando una configuración del ciclo de 
vida (LCC).

El archivo de configuración debe estar presente en al menos una de las siguientes ubicaciones 
del entorno Studio Classic del usuario. De forma predeterminada, SageMaker busca un archivo de 
configuración en dos ubicaciones:

• Primero, en/etc/xdg/sagemaker/config.yaml. Nos referimos a este archivo como el
archivo de configuración del administrador.

• Luego, en/root/.config/sagemaker/config.yaml. Nos referimos a este archivo como el
archivo de configuración del usuario.

Con el archivo de configuración del administrador, los administradores pueden definir un conjunto 
de valores predeterminados. Si lo desean, pueden usar el archivo de configuración de usuario
para anular los valores establecidos en el archivo de configuración del administrador o establecer 
valores de parámetros predeterminados adicionales.

El siguiente fragmento muestra un script de ejemplo que escribe el archivo de configuración de 
parámetros por defecto en la ubicación del administrador del entorno Studio Classic del usuario. 
Puede sustituir /etc/xdg/sagemaker por /root/.config/sagemaker para escribir el archivo 
en la ubicación del usuario.

## Sample script with AutoML intelligent defaults
#!/bin/bash

sudo mkdir -p /etc/xdg/sagemaker

echo "SchemaVersion: '1.0'
CustomParameters: 
  AnyStringKey: 'AnyStringValue'
SageMaker: 
  AutoMLJob: 
    # https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_CreateAutoMLJob.html 
    AutoMLJobConfig: 
      SecurityConfig: 
        EnableInterContainerTrafficEncryption: true 
        VolumeKmsKeyId: 'kms-key-id' 
        VpcConfig: 
          SecurityGroupIds: 
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            - 'security-group-id-1' 
            - 'security-group-id-2' 
          Subnets: 
            - 'subnet-1' 
            - 'subnet-2' 
    OutputDataConfig: 
      KmsKeyId: 'kms-key-id' 
    RoleArn: 'arn:aws:iam::111222333444:role/Admin' 
    Tags: 
    - Key: 'tag_key' 
      Value: 'tag_value'
" | sudo tee /etc/xdg/sagemaker/config.yaml

• Copie los archivos manualmente: para copiar los archivos de configuración manualmente, 
ejecute el script creado en el paso anterior desde una terminal de Studio Classic. En este caso, 
el perfil de usuario que ejecutó el script puede crear experimentos de Piloto automático con los 
valores predeterminados aplicables solo a ellos.

• Cree una configuración de SageMaker ciclo de vida: también puede usar una configuración 
de ciclo de vida (LCC) para automatizar la personalización de su entorno de Studio Classic. 
Los LCC son scripts de shell activados por eventos del ciclo de vida de Amazon SageMaker 
Studio Classic, como el inicio de una aplicación de Studio Classic. Esta personalización incluye 
la instalación de paquetes personalizados, la configuración de extensiones de cuaderno, 
la precarga de conjuntos de datos, la configuración de repositorios de código fuente o, en 
nuestro caso, el relleno previo de los parámetros predeterminados. Los administradores pueden 
adjuntar la LCC a un dominio de Studio Classic para automatizar la configuración de los valores 
predeterminados de cada perfil de usuario de ese dominio.

En las siguientes secciones se detalla cómo crear una configuración de ciclo de vida para 
que los usuarios puedan cargar automáticamente los parámetros predeterminados del piloto 
automático al iniciar Studio Classic. Puede elegir crear una LCC mediante la SageMaker consola 
o el. AWS CLI

Create a LCC from the SageMaker Console

Siga los pasos siguientes para crear una LCC que contenga sus parámetros 
predeterminados, adjunte la LCC a un dominio o un perfil de usuario y, a continuación, inicie 
una aplicación Studio Classic rellenada previamente con los parámetros predeterminados 
establecidos por la LCC mediante la consola. SageMaker

• Para crear una configuración de ciclo de vida que ejecute el script que contiene los valores 
predeterminados mediante la consola SageMaker
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• Abra la SageMaker consola enhttps://console.aws.amazon.com/sagemaker/.

• En el lado izquierdo, dirígete a Configuraciones de administración y, luego, a 
Configuraciones del ciclo de vida.

• En la página de configuraciones del ciclo de vida, vaya a la pestaña Studio Classic y, a 
continuación, seleccione Crear configuración.

• En Nombre, escriba un nombre con caracteres alfanuméricos y guiones, pero sin 
espacios. El nombre puede tener un máximo de 63 caracteres.

• Pegue el script en la sección Scripts.

• Seleccione Crear configuración para crear la configuración del ciclo de vida. Esto crea 
una LCC de tipoKernel gateway app.

• Para adjuntar la configuración del ciclo de vida a un dominio, un espacio o un perfil de 
usuario de Studio Classic

Siga los pasos que se indican en Adjuntar la configuración del ciclo de vida al dominio o 
perfil de usuario de Studio Classic para adjuntar su LCC a un dominio de Studio Classic o 
a un perfil de usuario específico.

• Para lanzar la aplicación Studio Classic con la configuración del ciclo de vida

Una vez que la LCC esté asociada a un dominio o a un perfil de usuario, los usuarios 
afectados pueden iniciar una aplicación de Studio Classic desde la página de inicio de 
Studio Classic en Studio para seleccionar automáticamente los valores predeterminados 
establecidos por la LCC. Esto rellena automáticamente la interfaz de usuario de Studio 
Classic al crear un experimento de piloto automático.

Create a LCC from the AWS CLI

Utilice los siguientes fragmentos para iniciar una aplicación de Studio Classic que ejecute el 
script mediante. AWS CLI Tenga en cuenta que lifecycle_config.sh es el nombre que 
se le da al script en este ejemplo.

Antes de comenzar:

• Actualice y configure AWS CLI completando los requisitos previos descritos en Create a 
lifecycle configuration from the AWS CLI.

• Instale la documentación de OpenSSL. El comando AWS CLI utiliza la biblioteca de código 
abierto OpenSSL para codificar el script en formato Base64. Este requisito evita errores 
debidos a la codificación del espaciado y los saltos de línea.
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Ahora puede seguir estos tres pasos:

• Crear una nueva configuración del ciclo de vida que haga referencia al script de 
configuración lifecycle_config.sh

LCC_CONTENT=`openssl base64 -A -in lifecycle_config.sh`

## Create a new lifecycle config  
aws sagemaker create-studio-lifecycle-config --region region \
--studio-lifecycle-config-name lcc-name \
--studio-lifecycle-config-content $LCC_CONTENT \
--studio-lifecycle-config-app-type default

Tenga en cuenta el ARN de la configuración del ciclo de vida recién creada que se 
devuelve. Este ARN es necesario para asociar la configuración del ciclo de vida a la 
aplicación.

• Asociar la configuración del ciclo de vida a suJupyterServerApp

En el siguiente ejemplo, se muestra cómo crear un perfil de usuario con la configuración 
del ciclo de vida asociada. Para actualizar un perfil de usuario existente, utilice el AWS CLI
update-user-profilecomando. Para crear o actualizar un dominio, consulte create-domain
y update-domain. Agregue el ARN de configuración del ciclo de vida del paso anterior a la 
configuración del tipo de aplicación JupyterServerAppSettings. Puede agregar varias 
configuraciones de ciclo de vida a la vez mediante una lista de configuraciones del ciclo de 
vida.

# Create a new UserProfile
aws sagemaker create-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"JupyterServerAppSettings": { 
  "LifecycleConfigArns": 
    ["lifecycle-configuration-arn"] 
  }
}'

Una vez que la LCC esté asociada a un dominio o perfil de usuario, los usuarios afectados 
pueden cerrar y actualizar su aplicación Studio Classic existente siguiendo los pasos que 
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se indican en Cerrar y actualizar Amazon SageMaker Studio Classic, o iniciar una nueva 
aplicación de Studio Classic desde la AWS consola para seleccionar automáticamente 
los valores predeterminados establecidos por la LCC. Esto rellena automáticamente la 
interfaz de usuario de Studio Classic al crear un experimento de piloto automático. Como 
alternativa, pueden lanzar una nueva aplicación de Studio Classic de la AWS CLI siguiente 
manera.

• Inicie la aplicación Studio Classic con la configuración del ciclo de vida mediante el AWS 
CLI

# Create a Jupyter Server application
aws sagemaker create-app --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--app-type JupyterServer \
--resource-spec LifecycleConfigArn=lifecycle-configuration-arn \
--app-name default

Para obtener más información sobre cómo crear una configuración de ciclo de vida con la 
AWS CLI, consulte Create a Lifecycle Configuration from the AWS CLI.

Para crear un experimento de piloto automático mediante la interfaz de usuario de Studio Classic

1. Inicie sesión en https://console.aws.amazon.com/sagemaker/, elija Studio en el panel de 
navegación izquierdo, seleccione su dominio y perfil de usuario y, a continuación, abra Studio.

2. En Studio, selecciona el icono de Studio Classic en el panel de navegación superior izquierdo. 
Se abrirá una aplicación Studio Classic.

3. Ejecute o abra una aplicación de Studio Classic desde el espacio que prefiera, o bien cree un 
espacio de Studio Classic. . En la pestaña Inicio, seleccione la tarjeta AutoML. Esto abrirá una 
nueva pestaña AutoML.

4. Seleccione Crear un experimento de AutoML. Se abrirá una nueva pestaña Crear experimento.

5. En la sección Detalles del experimento y los datos, introduzca la siguiente información:

a. Nombre del experimento: debe ser exclusivo de su cuenta en la Región de AWS actual y 
contener un máximo de 63 caracteres alfanuméricos. Puede incluir guiones (-), pero no 
espacios.

b. Datos de entrada: proporcione la ubicación del bucket de Amazon Simple Storage Service 
(Amazon S3) de los datos de entrada. Este bucket de S3 debe estar en su Región de AWS 

Creación de un trabajo de regresión o clasificación mediante la interfaz de usuario clásica de Studio 267

https://docs.aws.amazon.com/sagemaker/latest/dg/studio-tasks-update-studio.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-lcc-create-cli.html
https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guía para desarrolladores

actual. La URL debe estar en un s3:// formato en el que Amazon SageMaker tenga 
permisos de escritura. El archivo debe estar en formato CSV o Parquet y contener al menos 
500 filas. Seleccione Examinar para desplazarse por las rutas disponibles y Vista previa
para ver una muestra de los datos de entrada.

c. ¿La entrada de S3 es un archivo de manifiesto?: un archivo de manifiesto incluye metadatos 
con los datos de entrada. Los metadatos especifican la ubicación de los datos en Amazon 
S3. También especifica cómo se formatean los datos y qué atributos del conjunto de datos 
se van a utilizar al entrenar el modelo. Puede usar un archivo de manifiesto como alternativa 
al preprocesamiento cuando los datos etiquetados se transmitan en modo Pipe.

d. ¿Dividir automáticamente los datos?: Piloto automático puede dividir sus datos en una 
división 80-20 % para los datos de entrenamiento y validación. Si prefiere una división 
personalizada, puede elegir Especificar la tasa de división. Para usar un conjunto de datos 
personalizado para la validación, seleccione Proporcionar un conjunto de validación.

e. Ubicación de los datos de salida (bucket S3): el nombre de la ubicación del bucket S3 
en la que desea almacenar los datos de salida. La URL de este bucket debe estar en un 
formato de Amazon S3 en el que Amazon SageMaker tenga permisos de escritura. El 
bucket de S3 debe estar en la Región de AWS actual. Piloto automático también puede 
crearlo automáticamente en la misma ubicación que los datos de entrada.

6. Seleccione Siguiente: Objetivo y características. Se abrirá la pestaña Objetivo y características.

7. En la sección Objetivo y características:

• Seleccione una columna para establecerla como objetivo para las predicciones del modelo.

• Si lo desea, puede introducir el nombre de una columna de ponderaciones de muestra en 
la sección Ponderaciones de muestra para solicitar que las filas del conjunto de datos se 
ponderen durante el entrenamiento y la evaluación. Para obtener más información sobre las 
métricas disponibles, consulte Métricas ponderadas en Piloto automático.

Note

El soporte para ponderaciones de muestra solo está disponible en el modo de 
ensamblaje.

• También puede seleccionar características para el entrenamiento y cambiar su tipo de 
datos. Están disponibles los siguientes tipos de datos: Text, Numerical, Categorical,
Datetime, Sequence y Auto. Todas las características se seleccionan de forma 
predeterminada.
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8. Elija Siguiente: Método de entrenamiento. Se abre la pestaña Método de entrenamiento.

9. En la sección Método de entrenamiento, seleccione la opción de entrenamiento: Ensamblaje,
Optimización de hiperparámetros (HPO) o Automático para que Piloto automático elija el método 
de entrenamiento automáticamente en función del tamaño del conjunto de datos. Cada modo 
de entrenamiento ejecuta un conjunto predefinido de algoritmos en el conjunto de datos para 
entrenar a los candidatos a modelo. De forma predeterminada, Piloto automático preselecciona 
todos los algoritmos disponibles para el modo de entrenamiento en cuestión. Puedes realizar un 
experimento de entrenamiento en Piloto automático con todos los algoritmos o elegir su propio 
subconjunto.

Para obtener más información sobre los modos de entrenamiento y los algoritmos disponibles, 
consulte la sección Autopilot training modes en la página Training modes and algorithms.

10. Seleccione Siguiente: Implementación y configuración avanzada para abrir la pestaña
Implementación y configuración avanzada. La configuración incluye el nombre del punto de 
conexión que se muestra automáticamente, el tipo de problema de machine learning y opciones 
adicionales para ejecutar el experimento.

a. Configuración de implementación: Piloto automático puede crear automáticamente un punto 
de conexión e implementar el modelo automáticamente.

Para realizar una implementación automática en un punto de conexión generado 
automáticamente o para proporcionar un nombre de punto de conexión para una 
implementación personalizada, establezca el conmutador en Sí en ¿Hacer implementación 
automática? Si está importando datos de Amazon SageMaker Data Wrangler, tiene 
opciones adicionales para implementar automáticamente el mejor modelo con o sin las 
transformaciones de Data Wrangler.

Note

Si su flujo de Data Wrangler contiene operaciones de varias filas, como groupby,
join o concatenate, no podrá implementar automáticamente con estas 
transformaciones. Para obtener más información, consulte Automatically Train 
Models on Your Data Flow.

b. Configuración avanzada (opcional): Piloto automático proporciona controles adicionales 
para configurar manualmente los parámetros experimentales, como la definición del tipo de 
problema, las limitaciones de tiempo en las pruebas y los trabajos de Piloto automático, la 
seguridad y la configuración del cifrado.
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Note

El piloto automático admite el establecimiento de valores predeterminados para 
simplificar la configuración de los experimentos del piloto automático mediante 
la interfaz de usuario de Studio Classic. Los administradores pueden usar las 
configuraciones de ciclo de vida (LCC) de Studio Classic para establecer los valores 
de infraestructura, redes y seguridad en los archivos de configuración y rellenar 
previamente los ajustes avanzados de los trabajos. AutoML
Para obtener más información sobre cómo pueden los administradores automatizar 
la personalización de un experimento de Piloto automático, consulte Configurar 
los parámetros predeterminados de un experimento de Piloto automático (para 
administradores).

i. Tipo de problema de machine learning: Piloto automático puede inferir 
automáticamente el tipo de problema de aprendizaje supervisado a partir de su 
conjunto de datos. Si prefiere elegirlo manualmente, puede usar el menú desplegable
Seleccionar el tipo de problema de machine learning. Tenga en cuenta que el valor 
predeterminado es Auto. En algunos casos, no puede SageMaker inferir con precisión. 
Cuando eso suceda, debe aportar el valor necesario para que el trabajo se complete 
correctamente. Algo especialmente importante es que puede elegir uno de los 
siguientes tipos.

• Clasificación binaria: la clasificación binaria asigna los datos de entrada a una de dos 
clases predefinidas y mutuamente excluyentes en función de sus atributos, como 
el diagnóstico médico basado en los resultados de las pruebas de diagnóstico que 
determinan si una persona tiene una enfermedad.

• Regresión: la regresión establece una relación entre las variables de entrada 
(también conocidas como características o variables independientes) y la variable 
objetivo (también conocida como variable dependiente). Esta relación se captura 
mediante una función o modelo matemático que asigna las variables de entrada a 
una salida continua. Se suele utilizar para tareas como la predicción de los precios de 
la vivienda en función de características como los metros cuadrados y el número de 
baños, las tendencias del mercado de valores o la estimación de las cifras de ventas.
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• Clasificación multiclase: la clasificación multiclase asigna los datos de entrada a una 
de varias clases en función de sus atributos; por ejemplo, la predicción del tema más 
relevante para un documento de texto, como política, finanzas o filosofía.

ii. Tiempo de ejecución: puede definir un límite de tiempo máximo. Al alcanzar el límite 
de tiempo, las pruebas y los trabajos que superen el límite de tiempo se detienen 
automáticamente.

iii. Acceso: puede elegir el rol al que Amazon SageMaker Studio Classic asume para 
obtener acceso temporal Servicios de AWS (en particular, SageMaker y a Amazon 
S3) en su nombre. Si no se define ningún rol de forma explícita, Studio Classic utiliza 
automáticamente el rol de SageMaker ejecución predeterminado adjunto a su perfil de 
usuario.

iv. Cifrado: para mejorar la seguridad de sus datos en reposo y protegerlos contra el 
acceso no autorizado, puede especificar claves de cifrado para cifrar los datos en sus 
buckets de Amazon S3 y en el volumen de Amazon Elastic Block Store (Amazon EBS) 
adjunto a su dominio de Studio Classic.

v. Seguridad: puede elegir la nube privada virtual (Amazon VPC) en la que se ejecuta su 
SageMaker trabajo. Asegúrese de que la VPC de Amazon tenga acceso a sus buckets 
de entrada y salida de Amazon S3.

vi. Proyecto: especifique el nombre del SageMaker proyecto que desee asociar a este 
experimento de piloto automático y modele los resultados. Al especificar un proyecto, 
Piloto automático lo etiqueta como un experimento. Esto le permite saber qué salidas 
del modelo están asociadas a este proyecto.

vii. Etiquetas: las etiquetas son una matriz de pares clave-valor. Utilice las etiquetas para 
categorizar los recursos de Servicios de AWS, como la finalidad, el propietario, o el 
entorno.

c. Seleccione Siguiente: Revisar y crear para obtener un resumen del experimento de Piloto 
automático antes de crearlo.

11. Seleccione Crear experimento. La creación del experimento inicia una tarea de piloto automático 
en. SageMaker Piloto automático proporciona el estado del experimento, información sobre 
el proceso de exploración de datos y los modelos candidatos en cuadernos, una lista de los 
modelos generados y sus informes y el perfil de trabajo utilizado para crearlos.

Para obtener información sobre los cuadernos generados por un trabajo de Piloto automático, 
consulte Cuadernos Amazon SageMaker Autopilot generados para gestionar las tareas de 
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AutoML. Para obtener información sobre los detalles de cada candidato modelo y sus informes, 
consulte Modelos generados por Amazon SageMaker Autopilot .

Note

Para evitar incurrir en cargos innecesarios: si implementa un modelo que ya no es necesario, 
elimine los puntos de conexión y los recursos que se crearon durante esa implementación. 
La información sobre los precios de las instancias por región está disponible en Amazon 
SageMaker Pricing.

Ejemplos de SageMaker cuadernos Amazon Autopilot

Los siguientes cuadernos sirven como ejemplos prácticos y abordan varios casos de uso de Piloto 
automático.

Puedes encontrar todos los cuadernos de Autopilot en el autopilotdirectorio del repositorio de 
ejemplos. SageMaker GitHub

Recomendamos clonar todo el repositorio de Git en Studio Classic para acceder a los blocs de notas 
y ejecutarlos directamente. Para obtener información sobre cómo clonar un repositorio de Git en 
Studio Classic, consulteClonar un repositorio de Git en SageMaker Studio Classic.

Caso de uso Descripción

Inferencia sin servidor De forma predeterminada, Piloto automático 
permite implementar los modelos generados 
en puntos de conexión de inferencia en tiempo 
real. En este repositorio, el cuaderno ilustra 
cómo implementar modelos de Piloto automátic 
o entrenados con los modos ENSEMBLING  y
HYPERPARAMETER OPTIMIZATION (HPO)
en puntos de conexión sin servidor. Los puntos 
de conexión sin servidor lanzan automátic 
amente los recursos informáticos y los amplían 
y reducen en función del tráfico, lo que elimina 
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Caso de uso Descripción

la necesidad de elegir tipos de instancias o de 
gestionar las políticas de escalado.

Selección de características personalizada Piloto automático inspecciona su conjunto de 
datos y ejecuta una serie de candidatos para 
determinar la combinación óptima de pasos 
de preprocesamiento de datos, algoritmos de 
machine learning e hiperparámetros. Puede 
implementarlos fácilmente en un punto de 
conexión en tiempo real o para el procesami 
ento por lotes.

En algunos casos, es posible que desee tener 
la flexibilidad de llevar el código de procesami 
ento de datos personalizado a Piloto automátic 
o. Por ejemplo, sus conjuntos de datos pueden 
contener una gran cantidad de variables 
independientes, y es posible que desee 
incorporar un paso de selección de caracterí 
sticas personalizado para eliminar primero las 
variables irrelevantes. El conjunto de datos 
más pequeño resultante se puede usar luego 
para iniciar un trabajo de Piloto automático. En 
última instancia, también querrá incluir tanto 
el código de procesamiento personalizado 
como los modelos de Piloto automático para el 
procesamiento en tiempo real o por lotes.
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Caso de uso Descripción

Ejemplo de canalización Si bien Autopilot agiliza el proceso de creación 
de modelos de aprendizaje automático, los 
ingenieros de MLOps siguen siendo responsab 
les de crear, automatizar y gestionar end-
to-end los flujos de trabajo de aprendizaje 
automático en la producción. SageMaker Las 
canalizaciones pueden ayudar a automatizar 
varios pasos del ciclo de vida del aprendiza 
je automático, como el preprocesamiento de 
datos, el entrenamiento de modelos, el ajuste 
de hiperparámetros, la evaluación de modelos 
y la implementación. Este cuaderno sirve como 
demostración de cómo incorporar el Autopilot 
en un flujo de trabajo de entrenamiento de 
SageMaker Pipelines end-to-end AutoML. Para 
lanzar un experimento de Piloto automático 
en Pipelines, debe crear un flujo de trabajo de 
creación de modelos escribiendo un código 
de integración personalizado con pasos de 
Pipelines, Lambda o Processing. Para obtener 
más información, consulte Cómo trasladar los 
modelos de Amazon SageMaker Autopilot ML 
de la experimentación a la producción con 
Amazon SageMaker Pipelines.

Como alternativa, cuando utilices el piloto 
automático en el modo Ensamblar, puedes 
consultar el ejemplo del cuaderno que 
demuestra cómo utilizar el paso AutoML nativo 
en el paso AutoML nativo SageMaker de
Pipeline. Gracias a la compatibilidad con Piloto 
automático como paso nativo en Pipelines, 
ahora puede añadir un paso de entrenamiento 
automatizado (AutoMLStep) a su Pipelines e 
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Caso de uso Descripción

invocar un experimento de Piloto automático en 
el modo de ensamblaje.

Más cuadernos Puede encontrar más cuadernos que ilustran 
otros casos de uso, como batch transform,
time-series forecasting y otros en el directorio 
raíz.

Cuotas de Amazon SageMaker Autopilot

Existen cuotas que limitan los recursos disponibles cuando utilizas Amazon SageMaker Autopilot. 
Algunos de estos límites se pueden aumentar y otros no.

Note

Las cuotas de recursos documentadas en las siguientes secciones son válidas para las 
versiones de Amazon SageMaker Studio Classic 3.22.2 y versiones posteriores. Para 
obtener información sobre cómo actualizar su versión de SageMaker Studio Classic, 
consulte. Cierra y actualiza las aplicaciones de SageMaker Studio Classic y Studio Classic

Temas

• Cuotas que puede aumentar

• Cuotas de recursos

Cuotas que puede aumentar

Límites de recursos

Recurso Regiones Límites predeterm 
inados

Se puede aumentar 
hasta

Tamaño del conjunto 
de datos de entrada

Todos 100 GB Cientos de GB
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Recurso Regiones Límites predeterm 
inados

Se puede aumentar 
hasta

Tamaño de un solo 
archivo de Parquet*

Todos 2 GB N/A

Tamaño del conjunto 
de datos objetivo para 
el submuestreo**

Todos 5 GB Cientos de GB

us-east-1, us-east-2 
,us-west-2, ap-northe 
ast-1, eu-west-1, eu-
central-1

4 Cientos

ap-northeast-2, ap-
southeast-2, eu-
west-2, ap-southe 
ast-1

2 Cientos

Número de trabajos 
de Piloto automático 
simultáneos

Las demás regiones 1 Decenas

Note

*Este límite de tamaño de 2 GB es para un único archivo Parquet comprimido. Puede 
proporcionar un conjunto de datos de Parquet que incluya varios archivos de Parquet 
comprimidos hasta el tamaño máximo del conjunto de datos de entrada. Después de 
descomprimir los archivos, es posible que cada uno de ellos se expanda a un tamaño mayor.
**Piloto automático submuestrea automáticamente los conjuntos de datos de entrada 
que son más grandes que el conjunto de datos objetivo, pero también tiene en cuenta el 
desequilibrio de clases y conserva las etiquetas de clase poco comunes.

Para solicitar un aumento de cuota:

1. Abra la consola de Service Quotas de .

2. Seleccione el aumento de cuota y, a continuación, elija Solicitar aumento a nivel de cuenta.
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3. En el campo Aumentar el valor de la cuota, introduce el nuevo valor límite que estás solicitando.

4. Seleccione Request (Solicitar).

Cuotas de recursos

La siguiente tabla contiene los límites de recursos en tiempo de ejecución para un trabajo de Amazon 
SageMaker Autopilot en unRegión de AWS.

Límites de recursos por trabajo de Piloto automático

Recurso Límite por trabajo de Piloto automático

Tiempo de ejecución máximo para un trabajo 
de Piloto automático

30 días

Guía de referencia de API para Amazon SageMaker Autopilot

En esta sección se proporciona un subconjunto de las API del servicio HTTP para crear y gestionar 
los recursos de Amazon SageMaker Autopilot (trabajos de AutoML) mediante programación.

Para obtener información sobre todas las API SageMaker REST y los SDK disponibles, consulte la 
referencia sobre API y SDK.

Si su lenguaje es Python, puede consultar AWS SDK for Python (Boto3) directamente.

Acciones

En esta lista, se detallan las operaciones disponibles en la referencia de las API para administrar 
trabajos de AutoML mediante programación.

• CreateAutoMLJob

• CreateAutoMLJobV2

• DescribeAutoMLJob

• DescribeAutoMLJobV2

• ListAutoMLJobs

• ListCandidatesForAutoMLJob

• StopAutoMLJob
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Note

CreateAutoMLJobv2 y DescribeAutoMLJobv2 son versiones nuevas de MLJob y
CreateAutoDescribeAutoMLJob que ofrecen compatibilidad con versiones anteriores.
Recomendamos utilizar CreateAutoMLJobV2. CreateAutoMLJobV2 puede gestionar 
tipos de problemas tabulares idénticos a los de su versión anterior (CreateAutoMLJob), 
así como tipos de problemas no tabulares, como la clasificación de imágenes o textos o la 
previsión de series temporales.
Consulte las pautas sobre cómo migrar un a en Migrar un MLJob CreateAutoMLJob a
CreateAutoMLJobV2 MLJobv2. CreateAuto CreateAuto

Tipos de datos

En esta lista, se detallan los objetos AutoML de la API que utilizan las acciones anteriores como 
solicitudes entrantes o respuestas salientes.

• AutoMLAlgorithmConfig

• AutoMLCandidate

• AutoMLCandidateGenerationConfig

• AutoMLCandidateStep

• AutoMLChannel

• AutoMLContainerDefinition

• AutoMLDataSource

• AutoMLDataSplitConfig

• AutoMLInferenceContainerDefinitions

• AutoMLJobArtifacts

• AutoMLJobChannel

• AutoMLJobCompletionCriteria

• AutoMLJobInputDataConfig

• AutoMLJobConfig

• AutoMLJobObjective

• AutoMLJobStepMetadata

• AutoMLJobSummary
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• AutoMLOutputDataConfig

• AutoMLProblemTypeConfig

• AutoMLJobCompletionCriteria

• AutoMLJobSummary

• AutoMLOutputDataConfig

• AutoMLPartialFailureReason

• AutoMLProblemTypeConfig

• AutoMLProblemTypeResolvedAttributes

• AutoMLResolvedAttributes

• AutoMLSecurityConfig

• AutoMLS3DataSource

• CandidateArtifactLocations

• CandidateGenerationConfig

• CandidateProperties

• FinalAutoMLJobObjectiveMetric

• HolidayConfigAttributes

• ImageClassificationJobConfig

• MetricDatum

• ModelDeployConfig

• ModelDeployResult

• ResolvedAttributes

• TabularJobConfig

• TabularResolvedAttributes

• TextGenerationJobConfig

• TextGenerationResolvedAttribute

• TimeSeriesConfig

• TimeSeriesForecastingJobConfig

• TimeSeriesTransformations

• TuningJobCompletionCriteria
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SageMaker JumpStart
SageMaker JumpStart proporciona modelos de código abierto previamente entrenados para una 
amplia gama de tipos de problemas a fin de ayudarle a empezar con el aprendizaje automático. 
Puede entrenar y ajustar estos modelos de forma gradual antes de implementarlos. JumpStart 
también proporciona plantillas de soluciones que configuran la infraestructura para casos de uso 
comunes y cuadernos de ejemplo ejecutables para el aprendizaje automático. SageMaker

Puedes implementar, ajustar y evaluar modelos previamente entrenados de centros de modelos 
populares a través de la página de JumpStart inicio de la versión actualizada de Studio.

También puede acceder a modelos, plantillas de soluciones y ejemplos previamente entrenados a 
través de la página de JumpStart inicio de Amazon SageMaker Studio Classic.

Los siguientes pasos muestran cómo acceder a JumpStart los modelos con Amazon SageMaker 
Studio y Amazon SageMaker Studio Classic.

También puede acceder a JumpStart los modelos mediante el SDK de SageMaker Python. Para 
obtener información sobre cómo usar JumpStart los modelos mediante programación, consulte Uso 
de SageMaker JumpStart algoritmos con modelos previamente entrenados.

Ábrelo y úsalo en Studio JumpStart

En las siguientes secciones, se proporciona información sobre cómo abrir, usar y administrar 
JumpStart desde la interfaz de usuario de Studio.

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

Abrir JumpStart en Studio

En Amazon SageMaker Studio, abre la página de JumpStart destino desde la página de inicio o 
desde el menú de inicio del panel de la izquierda. Se abrirá la página de SageMaker JumpStartinicio, 
en la que podrás explorar los centros de modelos y buscar modelos.
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• En la página de inicio, seleccione JumpStarten el panel Soluciones prediseñadas y automatizadas.

• En el menú de inicio del panel izquierdo, navegue hasta el SageMaker JumpStartnodo.

Para obtener más información sobre cómo empezar a utilizar Amazon SageMaker Studio, 
consulteAmazon SageMaker Studio.

Important

Antes de descargar o usar el contenido: usted es el responsable de revisar y cumplir los 
términos de licencia aplicables y de asegurarse de que sean aceptables para su caso de uso.

JumpStart Úselo en Studio

En la página de SageMaker JumpStartinicio de Studio, puede explorar los centros de modelos de 
proveedores de modelos propietarios y disponibles públicamente.
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Puedes encontrar centros o modelos específicos en la barra de búsqueda. Dentro de cada centro de 
modelos, puede buscar modelos directamente, ordenarlos por los atributos proporcionados o filtrar 
en función de una lista de tareas de modelo proporcionadas.

Administra JumpStart en Studio

Seleccione un modelo para ver su ficha de detalles. En la esquina superior derecha de la tarjeta 
de detalles del modelo, elija Ajustar, Implementar o Evaluar para empezar a trabajar en los flujos 
de trabajo de ajuste, despliegue o evaluación, respectivamente. Tenga en cuenta que no todos los 
modelos están disponibles para su ajuste o evaluación. Para obtener más información sobre cada 
una de estas opciones, consulte. Usa modelos básicos en Studio

Abrir y usar JumpStart en Studio Classic

En las siguientes secciones se proporciona información sobre cómo abrir, usar y administrar 
JumpStart desde la interfaz de usuario clásica de Amazon SageMaker Studio.
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Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Abrir JumpStart en Studio Classic

En Amazon SageMaker Studio Classic, abra la página de JumpStart destino a través de la página de
inicio o el menú de inicio del panel izquierdo.

• Desde la página de Inicio, puede hacer lo siguiente:

• Elija JumpStarten el panel de soluciones prediseñadas y automatizadas. Esto abre la página de
SageMaker JumpStartdestino.

• Elija un modelo directamente en la página de SageMaker JumpStartdestino o elija la opción
Explorar todo para ver las soluciones o los modelos disponibles de un tipo específico.

• Desde el menú de Inicio del panel izquierdo, puede hacer lo siguiente:

• Navegue hasta el SageMaker JumpStartnodo y, a continuación, seleccione Modelos, libretas y 
soluciones. Esto abre la página de SageMaker JumpStartinicio.

• Navegue hasta el JumpStartnodo y, a continuación, seleccione  JumpStart Activos lanzados.

En la página de  JumpStart activos lanzados se enumeran las soluciones actualmente lanzadas, 
los puntos finales del modelo desplegados y los trabajos de formación creados con JumpStart 
ellos. Puede acceder a la página de JumpStart inicio desde esta pestaña haciendo clic en el 
JumpStart botón Examinar situado en la parte superior derecha de la pestaña.

La página de JumpStart inicio muestra las soluciones de aprendizaje end-to-end automático 
disponibles, los modelos previamente entrenados y los ejemplos de cuadernos. Desde 
cualquier página individual de soluciones o modelos, puede pulsar el JumpStart botón Examinar

( ) 
situado en la parte superior derecha de la pestaña para volver a la SageMaker JumpStartpágina.
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Important

Antes de descargar o usar el contenido: usted es el responsable de revisar y cumplir los 
términos de licencia aplicables y de asegurarse de que sean aceptables para su caso de uso.

Se usa JumpStart en Studio Classic

En la página de SageMaker JumpStartinicio, puede buscar soluciones, modelos, cuadernos y otros 
recursos.
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Puede encontrar JumpStart recursos mediante la barra de búsqueda o navegando por cada 
categoría. Utilice las pestañas para filtrar las soluciones disponibles por categorías:

• Soluciones: en un solo paso, lance soluciones integrales de aprendizaje automático que se 
SageMaker vinculen con otros AWS servicios. Seleccione Explorar todas las soluciones para ver 
todas las soluciones disponibles.

• Recursos: utilice cuadernos, blogs y videotutoriales de ejemplo para aprender y poner en marcha 
sus tipos de problemas.

• Blogs: lea los detalles y las soluciones de los expertos en machine learning.

• Tutoriales en vídeo: vea tutoriales en vídeo para conocer SageMaker las funciones y los casos 
de uso del aprendizaje automático impartidos por expertos en aprendizaje automático.

• Cuadernos de ejemplo: ejecute cuadernos de ejemplo que utilicen SageMaker funciones como 
el entrenamiento con instancias puntuales y los experimentos con una gran variedad de tipos de 
modelos y casos de uso.

• Tipos de datos: busque un modelo por tipo de datos (p. ej., visión, texto, tabular, audio o 
generación de texto). Seleccione Explorar todos los modelos para ver todos los modelos 
disponibles.

• Tareas de ML: busque un modelo por tipo de problema (p. ej., clasificación de imágenes, 
incrustación de imágenes, detección de objetos o generación de texto). Seleccione Explorar todos 
los modelos para ver todos los modelos disponibles.
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• Cuadernos: busque ejemplos de cuadernos que utilicen SageMaker funciones de varios tipos de 
modelos y casos de uso. Seleccione Explorar todos los cuadernos para ver todos los ejemplos de 
cuadernos disponibles.

• Marcos: busque un modelo por marco (por ejemplo, PyTorch TensorFlow, Hugging Face).

Administra JumpStart en Studio Classic

En el menú de inicio del panel izquierdo, navegue hasta los  JumpStart activos lanzados y
SageMaker JumpStart, a continuación, seleccione dichos activos para enumerar las soluciones 
actualmente lanzadas, los modelos de punto finales implementados y los trabajos de formación 
creados con JumpStart ellos.

Temas

• Plantillas de solución

• JumpStart Modelos de cimentación

• Modelos específicos para tareas

• Modelos y cuadernos compartidos

• SageMaker JumpStart Industria de Amazon: financiera

Plantillas de solución

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Note

JumpStart Las soluciones solo están disponibles en Studio Classic.
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SageMaker JumpStart proporciona end-to-end soluciones con un solo clic para muchos casos de 
uso comunes del aprendizaje automático. Explore los siguientes casos de uso para obtener más 
información sobre las plantillas de soluciones disponibles.

• Previsión de la demanda

• Predicción de calificación crediticia

• Detección de fraudes

• Visión artificial

• Extraiga y analice datos de documentos

• Mantenimiento predictivo

• Predicción de la pérdida de clientes

• Recomendaciones personalizadas

• Aprendizaje por refuerzo

• Sanidad y ciencias biológicas

• Precios financieros

• Inferencias causales

Elija la plantilla de solución que mejor se adapte a su caso de uso en la página de JumpStart destino. 
Al elegir una plantilla de solución, JumpStart abre una nueva pestaña que muestra una descripción 
de la solución y un botón de inicio. Al seleccionar Launch, JumpStart crea todos los recursos que 
necesita para ejecutar la solución, incluidas las instancias de formación y alojamiento de modelos. 
Para obtener más información sobre el lanzamiento de una JumpStart solución, consultethe section 
called “Lanzamiento de una solución”.

Tras lanzar la solución, puede explorar las características de la solución y cualquier artefacto 
generado en ella JumpStart. Utilice el menú de  JumpStart activos lanzados para encontrar la 
solución. En la pestaña de la solución, seleccione Abrir bloc de notas para utilizar los cuadernos 
proporcionados y explorar las características de la solución. Cuando se generan artefactos 
durante el lanzamiento o después de ejecutar los cuadernos proporcionados, aparecen en la 
tabla de Artefactos generados. Puede eliminar artefactos individuales con el icono de la papelera 

( ). 
Para eliminar todos los recursos de la solución, seleccione Eliminar los recursos de la solución.
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Previsión de la demanda

La previsión de la demanda utiliza datos históricos de series temporales para realizar estimaciones 
futuras en relación con la demanda de los clientes durante un período específico y agilizar el proceso 
de toma de decisiones sobre la oferta y la demanda entre varias empresas.

Los casos de uso de previsión de la demanda incluyen la predicción de la venta de billetes en la 
industria del transporte, los precios de las acciones, el número de visitas al hospital, el número de 
representantes de clientes que se contratarán en varias ubicaciones el próximo mes, las ventas de 
productos en varias regiones el próximo trimestre, el uso del servidor en la nube para el día siguiente 
para un servicio de retransmisión de vídeo, el consumo de electricidad en varias regiones durante 
la próxima semana, la cantidad de dispositivos y sensores de IoT (por ejemplo, del consumo de 
energía), etc.

Los datos de series temporales se clasifican en univariantes y multivariantes. Por ejemplo, el 
consumo total de electricidad de un solo hogar es una serie temporal univariante durante un período 
de tiempo. Cuando varias series temporales univariantes se apilan unas sobre otras, se denomina 
serie temporal multivariante. Por ejemplo, el consumo total de electricidad de 10 hogares diferentes 
(pero correlacionados) de un mismo vecindario constituye un conjunto de datos de series temporales 
multivariantes.

Nombre de la solución Descripción Introducción

Previsión de la demanda Previsión de la demanda de 
datos de series temporale 
s multivariantes mediante 
tres algoritmos de previsión 
de series state-of-the-art 
temporales: LSTNet, Prophet 
y DeepAR. SageMaker

GitHub »

Predicción de calificación crediticia

Utilice JumpStart las soluciones de predicción de calificación crediticia para predecir las 
calificaciones crediticias corporativas o para explicar las decisiones de predicción crediticia que 
toman los modelos de aprendizaje automático. En comparación con los métodos tradicionales de 
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modelado de calificación crediticia, los modelos de machine learning pueden automatizar y mejorar la 
precisión de la predicción crediticia.

Nombre de la solución Descripción Introducción

Predicción de la calificación 
crediticia corporativa

Aprendizaje automático 
multimodal (texto largo y 
tabular) para realizar prediccio 
nes crediticias de calidad 
mediante AWS AutoGluon 
Tabular.

GitHub »

Calificación crediticia basada 
en gráficos

Prediga las calificaciones 
crediticias corporativas 
utilizando datos tabulares y 
una red corporativa mediante 
el entrenamiento de un 
modelo Graph Neural 
Network, GraphSage y 
Tabular. AWS AutoGluon

Búscalo en Amazon 
SageMaker Studio Classic.

Explicación de las decisiones 
crediticias

Prediga la probabilidad de 
insolvencia en las solicitud 
es de crédito y proporcio 
ne explicaciones utilizando
LightGBM y SHAP (SHapley 
Additive exPlanations).

GitHub »

Detección de fraudes

Muchas empresas pierden miles de millones al año a causa del fraude. Los modelos de detección de 
fraudes basados en el machine learning pueden ayudar a identificar sistemáticamente las posibles 
actividades fraudulentas a partir de una enorme cantidad de datos. Las siguientes soluciones 
utilizan conjuntos de datos de transacciones e identidad de usuarios para identificar transacciones 
fraudulentas.
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Nombre de la solución Descripción Introducción

Detección de usuarios y 
transacciones malintenc 
ionados

Detecte automáticamente 
cualquier actividad potencial 
mente fraudulenta en las 
transacciones mediante
SageMakerXGBoost con la 
técnica de sobremuestreo
Synthetic Minority Oversampl 
ing (SMOTE).

GitHub »

Detección de fraudes en 
transacciones financieras 
mediante una biblioteca de 
Deep Graph

Detecte el fraude en las 
transacciones financier 
as entrenando una red 
convolucional de gráficos
con la biblioteca de gráficos
profundos y un modelo 
XGBoost. SageMaker

GitHub »

Clasificación de pagos 
financieros

Clasifique los pagos financier 
os en función de la informaci 
ón de las transacciones con 
XGBoost. SageMaker  Utilice 
esta plantilla de solución 
como paso intermedio en 
la detección del fraude, la 
personalización o la detección 
de anomalías.

Búscalo en Amazon 
SageMaker Studio Classic.

Visión artificial

Con el auge de los casos de uso empresariales, como los vehículos autónomos, la videovigilancia 
inteligente, la monitorización sanitaria y diversas tareas de recuento de objetos, la demanda de 
sistemas de detección de objetos rápidos y precisos está aumentando. Estos sistemas implican no 
solo reconocer y clasificar todos los objetos de una imagen, sino también localizar cada uno de ellos 
dibujando el recuadro delimitador apropiado a su alrededor. En la última década, los rápidos avances 
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de las técnicas de aprendizaje profundo han acelerado considerablemente el auge de la detección de 
objetos.

Nombre de la solución Descripción Introducción

Detección visual de defectos 
en los productos

Identifique las regiones 
defectuosas en las imágenes 
de los productos entrenand 
o un modelo de detección 
de objetos partiendo de cero
o ajustando los modelos 
previamente SageMaker 
entrenados.

GitHub »

Reconocimiento de escritura a 
mano

Reconozca el texto escrito 
a mano en las imágenes 
entrenando un modelo de 
detección de objetos y un
modelo de reconocimiento de 
escritura a mano. Etiquete sus 
propios datos con SageMaker 
Ground Truth.

GitHub »

Detección de objetos para 
especies de aves

Identifique las especies de 
aves en una escena mediante 
un modelo de detección de 
SageMaker objetos.

Búscalo en Amazon 
SageMaker Studio Classic.

Extraiga y analice datos de documentos

JumpStart ofrece soluciones para que pueda descubrir información y conexiones valiosas en 
documentos fundamentales para la empresa. Los casos de uso incluyen la clasificación de textos, 
el resumen de documentos, el reconocimiento de escritura a mano, la extracción de relaciones, las 
preguntas y respuestas y el relleno de los valores faltantes en los registros tabulares.
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https://ieeexplore.ieee.org/document/8709818
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Nombre de la solución Descripción Introducción

Privacidad en la clasificación 
de opiniones

Anonimice el texto para 
preservar mejor la privacidad 
del usuario en la clasificación 
de opiniones.

GitHub »

Comprensión de documentos Resumen de documento 
s, extracción de entidades 
y relaciones mediante la 
biblioteca Transformers de. 
PyTorch

GitHub »

Reconocimiento de escritura a 
mano

Reconozca el texto escrito 
a mano en las imágenes 
entrenando un modelo de 
detección de objetos y un
modelo de reconocimiento de 
escritura a mano. Etiquete sus 
propios datos con SageMaker 
Ground Truth.

GitHub »

Rellenado de los valores 
faltantes en los registros 
tabulares

Rellene los valores faltantes 
en los registros tabulares 
entrenando un SageMaker 
AutoPilotmodelo.

GitHub »

Mantenimiento predictivo

El mantenimiento predictivo tiene como objetivo optimizar el equilibrio entre el mantenimiento 
correctivo y el preventivo al facilitar la sustitución oportuna de los componentes. Las siguientes 
soluciones utilizan los datos de los sensores de los activos industriales para predecir los fallos de las 
máquinas, los tiempos de inactividad no planificados y los costes de reparación.
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https://www.amazon.science/blog/preserving-privacy-in-analyses-of-textual-data
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Nombre de la solución Descripción Introducción

Mantenimiento predictivo para 
flotas de vehículos

Prediga los fallos de la flota 
de vehículos utilizando los 
sensores del vehículo y la 
información de mantenimi 
ento con un modelo de red 
neuronal convolucional.

GitHub »

Mantenimiento predictivo para 
la fabricación

Prediga la vida útil restante de 
cada sensor entrenando un 
modelo de red neuronal LSTM 
bidireccional apilado utilizand 
o lecturas históricas de los 
sensores.

GitHub »

Predicción de la pérdida de clientes

La pérdida de clientes, o tasa de abandono, es un problema costoso al que se enfrentan una amplia 
gama de empresas. En un esfuerzo por reducir esta pérdida, las empresas pueden identificar a 
los clientes con mayor probabilidad de dejar de ser sus clientes y así centrar sus esfuerzos en la 
retención de clientes. Utilice una solución de predicción de la JumpStart pérdida de clientes para 
analizar las fuentes de datos, como el comportamiento de los usuarios y los registros de chat del 
servicio de atención al cliente, a fin de identificar a los clientes que corren un alto riesgo de cancelar 
una suscripción o un servicio.

Nombre de la solución Descripción Introducción

Predicción de la pérdida de 
clientes con texto

Prediga la pérdida de clientes 
mediante funciones numéricas 
, categóricas y textuales 
con el codificador BERT y.
RandomForestClassifier

GitHub »
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https://github.com/awslabs/aws-fleet-predictive-maintenance/
https://arxiv.org/pdf/1801.02143.pdf
https://arxiv.org/pdf/1801.02143.pdf
https://github.com/awslabs/predictive-maintenance-using-machine-learning
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https://huggingface.co/
https://github.com/awslabs/sagemaker-churn-prediction-text
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Nombre de la solución Descripción Introducción

Predicción de la pérdida de 
clientes de telefonía móvil

Identifique a los clientes de 
telefonía móvil insatisfechos 
con XGBoost. SageMaker

Búscalo en Amazon 
SageMaker Studio Classic.

Recomendaciones personalizadas

Puede usar JumpStart soluciones para analizar los gráficos de identidad de los clientes o las 
sesiones de los usuarios para comprender y predecir mejor el comportamiento de los clientes. Utilice 
las siguientes soluciones para obtener recomendaciones personalizadas para modelar la identidad 
de los clientes en varios dispositivos, determinar la probabilidad de que un cliente realice una compra 
o crear un recomendador de películas personalizado en función del comportamiento de los clientes 
anteriores.

Nombre de la solución Descripción Introducción

Resolución de entidades en 
gráficos de identidad con una 
biblioteca de Deep Graph

Realice vinculaciones de 
entidades entre dispositivos 
para la publicidad en línea 
entrenando una red convoluci 
onal gráfica con una biblioteca 
de Deep Graph.

GitHub »

Modelado de compras Prediga si un cliente realizará 
una compra entrenando un 
modelo SageMaker XGBoost.

GitHub »

Sistema de recomendaciones 
personalizado

Capacite e implemente un 
sistema de recomendación 
personalizado que genere 
sugerencias de películas 
para un cliente en función de 
su comportamiento anterior 
mediante el filtrado colaborat 
ivo neuronal. SageMaker

Búscalo en Amazon 
SageMaker Studio Classic.
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Aprendizaje por refuerzo

El aprendizaje por refuerzo (RL) es un tipo de aprendizaje que se basa en la interacción con el 
entorno. Este tipo de aprendizaje lo utiliza un agente que debe aprender el comportamiento a través 
de trial-and-error interacciones con un entorno dinámico en el que el objetivo es maximizar las 
recompensas a largo plazo que el agente recibe como resultado de sus acciones. Las recompensas 
se maximizan cuando se intercambia la exploración de acciones que tienen recompensas inciertas 
con la explotación de acciones que tienen recompensas conocidas.

RL es idóneo para resolver problemas grandes y complejos, por ejemplo, gestión de la cadena de 
suministro, sistemas de climatización, robótica industrial, inteligencia artificial para videojuegos, 
sistemas de diálogo y vehículos autónomos.

Nombre de la solución Descripción Introducción

Aprendizaje reforzado para 
las competiciones de IA de 
Battlesnake

Proporcione un flujo de trabajo 
de aprendizaje reforzado para 
la formación y la inferenci 
a con las competencias de
BattleSnakeIA.

GitHub »

Aprendizaje reforzado distribui 
do para el desafío de Procgen

Kit básico de aprendizaje 
reforzado distribuido para 
el desafío de aprendizaje 
reforzado NeurIPS 2020 
Procgen.

GitHub »

Sanidad y ciencias biológicas

Los médicos e investigadores pueden usar JumpStart soluciones para analizar imágenes médicas, 
información genómica y registros clínicos de salud.

Nombre de la solución Descripción Introducción

Predicción de la supervivencia 
al cáncer de pulmón

Prediga el estado de 
supervivencia de los pacientes 
con cáncer de pulmón de 

GitHub »
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https://play.battlesnake.com/
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Nombre de la solución Descripción Introducción

células no pequeñas mediante 
tomografías computarizadas 
(TC) pulmonares tridimens 
ionales, datos genómicos y 
registros de salud clínicos con 
XGBoost. SageMaker

Precios financieros

Muchas empresas ajustan los precios de forma dinámica y regular para maximizar sus beneficios. 
Utilice las siguientes JumpStart soluciones para casos prácticos de optimización de precios, precios 
dinámicos, precios de opciones o optimización de carteras.

Nombre de la solución Descripción Introducción

Optimización de precios Estime la elasticidad de los 
precios utilizando Machine 
Learning (ML) doble para 
la inferencia causal y el 
procedimiento de previsión 
con Prophet. Utilice estas 
estimaciones para optimizar 
los precios diarios.

Búscalo en Amazon 
SageMaker Studio Classic.

Inferencias causales

Los investigadores pueden utilizar modelos de machine learning, como las redes bayesianas, para 
representar las dependencias causales y sacar conclusiones causales a partir de los datos. Utilice la 
siguiente JumpStart solución para comprender la relación causal entre la aplicación de fertilizantes a 
base de nitrógeno y el rendimiento de las cosechas de maíz.
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Nombre de la solución Descripción Introducción

Contrafacticidad sobre el 
rendimiento de los cultivos

Genere un análisis contrafác 
tico de la respuesta del maíz 
al nitrógeno. Esta solución 
aprende el ciclo fenológico 
de los cultivos en su totalidad 
mediante imágenes satelitales 
multiespectrales y observaci 
ones a nivel del suelo.

Búscalo en Amazon 
SageMaker Studio Classic.

Lanzamiento de una solución

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Note

JumpStart Las soluciones solo están disponibles en Studio Classic.

En primer lugar, elige una solución a través de la página de SageMaker JumpStart destino de la 
interfaz de usuario de Amazon SageMaker Studio Classic. Para obtener información sobre los pasos 
de incorporación para iniciar sesión en Amazon SageMaker Studio Classic, consulte Incorporar un 
SageMaker dominio de Amazon. Para obtener más información sobre cómo acceder a la página de 
SageMaker JumpStart destino, consulteAbrir y usar JumpStart en Studio Classic.

Tras elegir una solución, se abre la pestaña de una solución que muestra una descripción de la 
solución y un botón de Launch. Para lanzar una solución, Launch selecciónela en la sección Iniciar 
solución. JumpStart a continuación, crea todos los recursos necesarios para ejecutar la solución. 
Esto incluye las instancias de entrenamiento y alojamiento de modelos.
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Parámetros avanzados

La solución que elija podría tener parámetros avanzados que puede seleccionar. Elija Parámetros 
avanzados para especificar el rol AWS Identity and Access Management de la solución.

Las soluciones pueden lanzar recursos en 9 servicios de AWS que interactúan entre sí. Para que 
la solución funcione según lo esperado, los componentes recién creados desde un servicio deben 
poder actuar sobre los componentes recién creados de otro servicio. Recomendamos que utilice el 
rol de IAM predeterminado para garantizar que se agreguen todos los permisos necesarios. Para 
más información acerca de los roles de IAM, consulte Identity and Access Management para Amazon 
SageMaker.

Rol de IAM predeterminado

Si selecciona esta opción, se utilizarán los roles de IAM predeterminados que requiere esta solución. 
Cada solución requiere recursos diferentes. La siguiente lista describe los roles predeterminados 
que se utilizan para las soluciones en función del servicio necesario. Para obtener una descripción 
de los permisos necesarios para cada servicio, consulte AWSPolíticas gestionadas para SageMaker 
proyectos y JumpStart.

• API Gateway — AmazonSageMakerServiceCatalogProductsApiGatewayRole

• CloudFormation— AmazonSageMakerServiceCatalogProductsCloudformation Función

• CodeBuild – AmazonSageMakerServiceCatalogProductsCodeBuildRole

• CodePipeline – AmazonSageMakerServiceCatalogProductsCodePipelineRole

• Eventos — AmazonSageMakerServiceCatalogProductsEvents Rol

• Firehose — Función AmazonSageMakerServiceCatalogProductsFirehose

• Glue — AmazonSageMakerServiceCatalogProductsGlue Rol

• Lambda — Función AmazonSageMakerServiceCatalogProductsLambda

• SageMaker— Rol AmazonSageMakerServiceCatalogProductsExecution

Si utilizas un SageMaker dominio nuevo con las plantillas de JumpStart proyecto habilitadas, estos 
roles se crean automáticamente en tu cuenta.

Si utilizas un SageMaker dominio existente, es posible que estas funciones no existan en tu cuenta. 
Si este es el caso, recibirá el siguiente mensaje de error al lanzar la solución.
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Unable to locate the updated roles required to launch this solution, a general role '/
service-role/AmazonSageMakerServiceCatalogProductsUseRole' will be used. Please update 
 your studio domain to generate these roles.

Aún puede lanzar una solución sin el rol necesario, pero el rol heredado predeterminado
AmazonSageMakerServiceCatalogProductsUseRole se utiliza en lugar del rol necesario. 
El rol predeterminado tradicional tiene relaciones de confianza con todos los servicios con los que 
JumpStart las soluciones necesitan interactuar. Para una mayor seguridad, le recomendamos que 
actualice su dominio para que tenga los roles predeterminados recién creados para cada servicio de 
AWS.

Si ya se ha incorporado a un SageMaker dominio, puede actualizarlo para generar las funciones 
predeterminadas mediante el siguiente procedimiento.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. Seleccione el Panel de control en la parte superior izquierda de la página.

3. En la página del Dominio, seleccione el icono de Configuración
( ) 
para editar la configuración del dominio.

4. En Configuración general, seleccione Siguiente.

5. En SageMaker Proyectos y JumpStart, selecciona Activar las plantillas de SageMaker proyectos 
de Amazon y Amazon SageMaker JumpStart para esta cuenta y Activar las plantillas de 
SageMaker proyectos de Amazon y los usuarios de Amazon SageMaker JumpStart para Studio 
Classic, selecciona Siguiente.

6. Seleccione Enviar.

Deberías poder ver los roles predeterminados listados en Projects - Amazon SageMaker project 
templates enabled para esta cuenta en la pestaña Apps - Studio.

Búsqueda del rol de IAM

Si selecciona esta opción, debe seleccionar un rol de IAM existente de la lista desplegable para 
cada uno de los servicios necesarios. El rol seleccionado debe tener al menos los permisos 
mínimos necesarios para el servicio correspondiente. Para obtener una descripción de los permisos 
necesarios para cada servicio, consulte AWSPolíticas gestionadas para SageMaker proyectos y 
JumpStart.
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Rol de IAM de entrada

Si selecciona esta opción, debe introducir manualmente el ARN de un rol de IAM existente. 
El rol seleccionado debe tener al menos los permisos mínimos necesarios para el servicio 
correspondiente. Para obtener una descripción de los permisos necesarios para cada servicio, 
consulte AWSPolíticas gestionadas para SageMaker proyectos y JumpStart.

JumpStart Modelos de cimentación

Amazon SageMaker JumpStart ofrece modelos state-of-the-art básicos para casos de uso como 
la redacción de contenido, la generación de código, la respuesta a preguntas, la redacción de 
textos publicitarios, el resumen, la clasificación, la recuperación de información y más. Utilice los 
JumpStart modelos básicos para crear sus propias soluciones generativas de IA e integre soluciones 
personalizadas con funciones adicionales. SageMaker Para obtener más información, consulta
Cómo empezar con Amazon SageMaker JumpStart.

Un modelo fundacional es un modelo grande previamente entrenado que se adapta a muchas tareas 
posteriores y, a menudo, sirve como punto de partida para desarrollar modelos más especializados. 
Algunos ejemplos de modelos básicos son el L LaMa -2-7b, el BLOOM 176B, el FLAN-T5 XL o el 
GPT-J 6B, que se entrenan previamente con grandes cantidades de datos de texto y se pueden 
ajustar para tareas lingüísticas específicas.

Amazon SageMaker JumpStart incorpora y mantiene modelos básicos disponibles públicamente 
para que puedas acceder a ellos, personalizarlos e integrarlos en tus ciclos de vida de aprendizaje 
automático. Para obtener más información, consulte Modelos fundacionales disponibles 
públicamente. Amazon SageMaker JumpStart también incluye modelos básicos patentados de 
proveedores externos. Para obtener más información, consulte Modelos fundacionales patentados.

Para empezar a explorar y experimentar con los modelos disponibles, consulte ¿Cómo utilizar los 
modelos básicos JumpStart . Todos los modelos básicos están disponibles para su uso mediante 
programación con el SDK de SageMaker Python. Para obtener más información, consulte Usa 
modelos básicos con el SDK de SageMaker Python.

Para obtener más información sobre las consideraciones que se deben tener en cuenta a la hora de 
elegir un modelo, consulte Elección de un modelo fundacional.

Para obtener información específica sobre la personalización y el ajuste de los modelos 
fundacionales, consulte Personalización de un modelo fundacional.
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Para obtener más información general sobre los modelos fundacionales, consulte el artículo On the 
Opportunities and Risks of Foundation Models.

Exploración de los modelos fundacionales más recientes

Amazon SageMaker JumpStart ofrece modelos state-of-the-art básicos integrados, patentados y 
disponibles públicamente para personalizar e integrar en sus flujos de trabajo de IA generativos.

Modelos fundacionales patentados

Amazon SageMaker JumpStart proporciona acceso a modelos básicos patentados de proveedores 
externos, como AI21 Labs, Cohere y. LightOn

Para empezar a utilizar uno de estos modelos patentados, consulte ¿Cómo utilizar los modelos 
básicos JumpStart . Para utilizar un modelo fundacional patentado, primero debe suscribirse al 
modelo en AWS Marketplace. Tras suscribirse al modelo, busque el modelo base en Studio o 
SageMaker Studio Classic. Para obtener más información, consulte SageMaker JumpStart.

Para explorar los modelos básicos patentados más recientes para una variedad de casos de uso, 
consulta Cómo empezar con Amazon SageMaker JumpStart.

Modelos fundacionales disponibles públicamente

Amazon SageMaker JumpStart incorpora y mantiene modelos básicos de código abierto procedentes 
de fuentes de terceros. Para empezar a utilizar uno de estos modelos disponibles públicamente, 
consulte ¿Cómo utilizar los modelos básicos JumpStart  o explore uno de los Cuadernos de ejemplo
disponibles. En un cuaderno de ejemplo dado para un modelo disponible públicamente, intente 
cambiar el ID del modelo para experimentar con diferentes modelos de la misma familia de modelos.

Para obtener más información sobre los identificadores de modelos y los recursos sobre la 
implementación de JumpStart modelos básicos disponibles públicamente con el SDK de SageMaker 
Python, consulteUsa modelos básicos disponibles públicamente con el SDK de SageMaker Python.

Cuadernos de ejemplo

Para step-by-step ver ejemplos sobre cómo utilizar modelos básicos disponibles JumpStart 
públicamente con el SDK de SageMaker Python, consulte los siguientes cuadernos sobre generación 
de texto, generación de imágenes y personalización de modelos.
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Note

Los modelos básicos propietarios y disponibles JumpStart públicamente tienen diferentes 
flujos de trabajo de implementación del SDK de SageMaker Python. Descubra ejemplos de 
cuadernos patentados con modelos básicos a través de Amazon SageMaker Studio Classic 
o la SageMaker consola. Para obtener más información, consulte ¿Cómo utilizar los modelos 
básicos JumpStart .

Puede clonar el repositorio de SageMaker ejemplos de Amazon para ejecutar los ejemplos de 
JumpStart modelos básicos disponibles en el entorno de Jupyter que prefiera en Studio. Para 
obtener más información sobre las aplicaciones que puedes usar para crear Jupyter y acceder a él, 
consulta. SageMaker Aplicaciones compatibles con Amazon SageMaker Studio

Generación de texto

Explore cuadernos de ejemplo de generación de texto, que incluyen orientación sobre los flujos de 
trabajo generales de generación de texto, la clasificación de textos multilingües, la inferencia por 
lotes en tiempo real, el aprendizaje rápido, las interacciones con los chatbots y más.

• SageMaker JumpStart Modelos básicos: generación HuggingFace de texto a texto con FLAN-T5 
XL como ejemplo

• SageMaker JumpStart Modelos básicos: BloomZ: clasificación de textos multilingües, preguntas y 
respuestas, generación de código, reformulación de párrafos y más

• SageMaker JumpStart Modelos básicos: generación de texto a HuggingFace texto, transformación 
por lotes e inferencia por lotes en tiempo real

• SageMaker JumpStart Modelos básicos: aprendizaje rápido con GPT-J y GPT-Neo

• SageMaker JumpStart Modelos básicos: chatbots

Generación de imágenes

Comience con los modelos text-to-image Stable Diffusion, aprenda a implementar un modelo para 
pintar y experimente con un flujo de trabajo sencillo para generar imágenes de su perro.

• Introducción a la conversión JumpStart de texto a imagen

• Introducción a la edición de JumpStart imágenes: difusión estable en la pintura

• Generación de imágenes divertidas de su perro
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Personalización de modelos

A veces, su caso de uso requiere una mayor personalización del modelo fundacional para tareas 
específicas. Para obtener más información sobre los enfoques de personalización de modelos, 
consulte Personalización de un modelo fundacional o explore uno de los siguientes cuadernos de 
ejemplo.

• SageMaker JumpStart Modelos básicos: ajuste preciso del modelo GPT-J 6B de generación de 
texto en un conjunto de datos de dominio específico

• SageMaker JumpStart Modelos básicos: ajuste fino de las instrucciones Text2Text HuggingFace

• Generación de recuperación aumentada: respuesta a preguntas basada en un conjunto de datos 
personalizado

• Generación de recuperación aumentada: respuesta a preguntas basada en un conjunto de datos 
personalizado con una biblioteca de código abierto LangChain

¿Cómo utilizar los modelos básicos JumpStart

Elija, entrene o implemente modelos básicos a través de Amazon SageMaker Studio o Amazon 
SageMaker Studio Classic, utilice los modelos JumpStart básicos mediante programación con el 
SDK de SageMaker Python o descubra JumpStart los modelos básicos directamente a través de la 
SageMaker consola.

Usa modelos básicos en Studio

Puede ajustar, implementar y evaluar tanto los modelos básicos propietarios como los disponibles 
públicamente directamente a través de JumpStart la interfaz de usuario de Amazon SageMaker 
Studio.

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.
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En Amazon SageMaker Studio, abre la página de JumpStart destino desde la página de inicio o 
desde el menú de inicio del panel de la izquierda. Se abrirá la página de SageMaker JumpStartinicio, 
en la que podrás explorar los centros de modelos y buscar modelos.

• En la página de inicio, seleccione JumpStarten el panel Soluciones prediseñadas y automatizadas.

• En el menú de inicio del panel izquierdo, navegue hasta el SageMaker JumpStartnodo.

Para obtener más información sobre cómo empezar a utilizar Amazon SageMaker Studio, 
consulteAmazon SageMaker Studio.

En la página de SageMaker JumpStartinicio de Studio, puede explorar los centros de modelos 
de proveedores de modelos propietarios y disponibles públicamente. Puedes encontrar centros 
o modelos específicos en la barra de búsqueda. En cada centro de modelos, puedes buscar 
directamente los modelos, ordenarlos por los que más me gustan, los que más descargas o los 
que se han actualizado recientemente, o bien filtrar en función de una lista de las tareas del modelo 
proporcionadas. Elige un modelo para ver su ficha de detalles. En la esquina superior derecha de la 
tarjeta de detalles del modelo, elija Ajustar, Implementar o Evaluar para empezar a trabajar en los 
flujos de trabajo de ajuste, despliegue o evaluación, respectivamente. Tenga en cuenta que no todos 
los modelos están disponibles para su ajuste o evaluación. Si necesita orientación para seleccionar 
un modelo, consulte Elección de un modelo fundacional.

Ajuste con precisión los modelos de base en Studio

El ajuste entrena un modelo previamente entrenado en un nuevo conjunto de datos sin tener 
que entrenarlo desde cero. Este proceso, también conocido como aprendizaje por transferencia, 
puede producir modelos precisos con conjuntos de datos más pequeños y con menos tiempo de 
entrenamiento. Para afinar JumpStart los modelos básicos, navega hasta una tarjeta de detalles 
del modelo en la interfaz de usuario de Studio. Para obtener más información sobre cómo abrir 
JumpStart en Studio, consulte. Ábrelo y úsalo en Studio JumpStart  Tras acceder a la tarjeta de 
detalles del modelo que prefiera, seleccione Ajustar con precisión en la esquina superior derecha. 
Ten en cuenta que no todos los modelos cuentan con ajustes de precisión disponibles.

Important

Algunos modelos básicos requieren la aceptación explícita de un acuerdo de licencia para 
el usuario final (EULA) antes de realizar los ajustes. Para obtener más información, consulte
Aceptación del EULA en Amazon Studio SageMaker .
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Configuración del modelo

Cuando se utiliza un modelo JumpStart básico previamente entrenado en Amazon SageMaker 
Studio, la ubicación del artefacto del modelo (URI de S3) se rellena de forma predeterminada. Para 
editar el URI de S3 predeterminado, elija Introducir la ubicación del artefacto del modelo.

Configuración de datos

En el campo Datos, proporciona un punto URI de S3 a la ubicación de tu conjunto de datos de 
entrenamiento. Para editar el URI de S3 predeterminado, selecciona Introducir la ubicación del 
conjunto de datos de entrenamiento del modelo. Asegúrate de revisar la tarjeta de detalles del 
modelo en Amazon SageMaker Studio para obtener información sobre el formato de los datos de 
entrenamiento.

Hiperparámetros

Puede personalizar los hiperparámetros del trabajo de entrenamiento que se utilizan para ajustar el 
modelo. Los hiperparámetros disponibles para cada modelo ajustable varían según el modelo.

Los siguientes hiperparámetros son comunes entre los diversos modelos:

• Época: una época es un ciclo que recorre todo el conjunto de datos. Varios intervalos completan 
un lote y, finalmente, varios lotes completan una época. Se ejecutan varias épocas hasta que la 
precisión del modelo alcanza un nivel aceptable o cuando la tasa de error cae por debajo de un 
nivel aceptable.

• Tasa de aprendizaje: la cantidad que deben cambiar los valores entre épocas. A medida que se 
perfecciona el modelo, se modifican sus ponderaciones internas y se comprueban las tasas de 
error para ver si el modelo mejora. Una tasa de aprendizaje típica es de 0,1 o 0,01, donde 0,01 
es un ajuste mucho menor y podría provocar que el entrenamiento tarde mucho en converger, 
mientras que 0,1 es mucho mayor y puede provocar que el entrenamiento se sobrepase. Es uno 
de los principales hiperparámetros que puede ajustar para entrenar su modelo. Tenga en cuenta 
que, en el caso de los modelos de texto, una tasa de aprendizaje mucho menor (5e-5 para BERT) 
puede dar como resultado un modelo más preciso.

• Tamaño del lote: la cantidad de registros del conjunto de datos que se van a seleccionar para cada 
intervalo y que se van a enviar a las GPU para su entrenamiento.

Consulta las instrucciones sobre herramientas y la información adicional de la tarjeta de detalles del 
modelo en la interfaz de usuario de Studio para obtener más información sobre los hiperparámetros 
específicos del modelo que elijas.
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Configuraciones de la instancia

Especifica el tipo de instancia de entrenamiento y la ubicación del artefacto de salida para tu trabajo 
de entrenamiento. Solo puedes elegir entre instancias que sean compatibles con el modelo que elijas 
al ajustar la interfaz de usuario de Studio.

Información adicional

En el campo Información adicional, puedes editar el nombre del trabajo de formación. También 
puede añadir y eliminar etiquetas en forma de pares clave-valor para ayudar a organizar y clasificar 
sus tareas de formación específicas.

Tras proporcionar la información para ajustar la configuración, seleccione Enviar. Si el modelo 
básico previamente diseñado que ha decidido ajustar requiere la aceptación explícita de un acuerdo 
de licencia para el usuario final (EULA) antes de la formación, el CLUF aparece en una ventana 
emergente. Para aceptar los términos del EULA, elija Aceptar. Usted es el responsable de revisar y 
cumplir los términos de licencia aplicables y de asegurarse de que sean aceptables para su caso de 
uso antes de descargar o usar el modelo.

Implemente modelos básicos en Studio

Para implementar modelos JumpStart básicos, navegue hasta una tarjeta de detalles del modelo 
en la interfaz de usuario de Studio. Para obtener más información sobre cómo abrir JumpStart en 
Studio, consulteÁbrelo y úsalo en Studio JumpStart . Tras acceder a la página de detalles del modelo 
que prefieras, selecciona Implementar en la esquina superior derecha de la interfaz de usuario de 
Studio. A continuación, siga los pasos que se indican en Implementar modelos con SageMaker 
Studio.

Important

Algunos modelos básicos requieren la aceptación explícita de un acuerdo de licencia de 
usuario final (EULA) antes de su implementación. Para obtener más información, consulte
Aceptación del EULA en Amazon Studio SageMaker .

Evalúe los modelos básicos en Studio

Amazon SageMaker JumpStart tiene integraciones con las evaluaciones de SageMaker modelos 
básicos (FME) de Clarify en Studio. Si un JumpStart modelo tiene funciones de evaluación 
integradas, puede elegir Evaluar en la esquina superior derecha de la página de detalles del modelo 
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en la interfaz de usuario de JumpStart Studio. Para obtener más información, consulte Evaluar un 
modelo base.

Usa modelos de base en Amazon SageMaker Studio Classic

Puede implementar, entrenar y ajustar los modelos básicos propietarios y los disponibles 
públicamente a través de la JumpStart interfaz de usuario de Studio Classic.

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Para empezar a usar Studio Classic, consulteInicie Amazon SageMaker Studio Classic.

Tras abrir Amazon SageMaker Studio Classic, selecciona Modelos, libretas y soluciones en la 
SageMaker JumpStart sección del panel de navegación. A continuación, desplácese hacia abajo 
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para encontrar la sección Modelos fundacionales: generación de texto o Modelos fundacionales: 
generación de imágenes, según su caso de uso.

Puede elegir Ver modelo en una tarjeta de modelo fundacional sugerida o seleccionar Explorar todos 
los modelos para ver todos los modelos fundacionales disponibles para la generación de texto o 
la generación de imágenes. Si elige ver todos los modelos disponibles, puede filtrar aún más los 
modelos disponibles por tarea, tipo de datos, tipo de contenido o marco. También puede buscar un 
nombre de modelo directamente en la barra de búsqueda. Si necesita orientación para seleccionar 
un modelo, consulte Elección de un modelo fundacional.

Important

Algunos modelos fundacionales requieren la aceptación explícita de un acuerdo de licencia 
de usuario final (EULA). Para obtener más información, consulte Aceptación del EULA en 
Amazon Studio SageMaker .

Después de elegir Ver modelo como modelo básico que prefiera en Studio Classic, podrá 
implementar el modelo. Para obtener más información, consulte Implementación de un modelo.

También puede seleccionar Abrir cuaderno en la sección Ejecutar en cuaderno para ejecutar un 
cuaderno de ejemplo para el modelo básico directamente en Studio Classic.

Note

Para implementar un modelo básico patentado en Studio Classic, primero debe suscribirse al 
modelo enAWS Marketplace. El AWS Marketplace enlace se proporciona en el bloc de notas 
de ejemplo asociado de Studio Classic.

Si el modelo se puede ajustar, también puede ajustarlo. Para obtener más información, consulte
Ajuste de un modelo. Para obtener una lista de los modelos de JumpStart base que se pueden 
ajustar con precisión, consulte. Ajuste de un modelo fundacional

Usa modelos básicos con el SDK de SageMaker Python

Todos los JumpStart modelos básicos están disponibles para su implementación mediante 
programación mediante el SDK de SageMaker Python. Los modelos patentados se deben 
implementar utilizando la información del paquete del modelo después de suscribirse al modelo en 
AWS Marketplace, mientras que los modelos fundacionales disponibles públicamente se pueden 
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implementar utilizando el ID del modelo en los algoritmos integrados con una tabla de modelos 
previamente entrenada. Para empezar a utilizar los modelos básicos con JumpStart el SDK de 
SageMaker Python, elija un modelo base en Studio Classic y ejecute y explore todos los cuadernos 
de ejemplo asociados.

Important

Algunos modelos fundacionales requieren la aceptación explícita de un acuerdo de licencia 
de usuario final (EULA). Para obtener más información, consulte Aceptación del EULA con el 
SDK de SageMaker Python.

Utilice modelos básicos patentados con el SDK de SageMaker Python

Los modelos patentados deben implementarse utilizando la información del paquete del modelo 
después de suscribirse al modelo en AWS Marketplace. Para obtener más información sobre 
SageMaker yAWS Marketplace, consulte Comprar y vender SageMaker algoritmos y modelos de 
Amazon en AWS Marketplace. Para encontrar AWS Marketplace enlaces a los modelos propietarios 
más recientes, consulta Cómo empezar con Amazon SageMaker JumpStart.

Tras suscribirse al modelo que elija enAWS Marketplace, puede implementar el modelo básico 
mediante el SDK de SageMaker Python y el SDK asociado al proveedor del modelo. Por ejemplo, 
AI21 Labs y Cohere LightOn utilizan los lightonsage paquetes"ai21[SM]", ycohere-
sagemaker, respectivamente.

Por step-by-step ejemplo, busque y ejecute el bloc de notas asociado al modelo básico patentado 
que prefiera en SageMaker Studio Classic. Para obtener más información, consulte Usa modelos de 
base en Amazon SageMaker Studio Classic.

Usa modelos básicos disponibles públicamente con el SDK de SageMaker Python

Para obtener más información sobre la implementación programática de modelos básicos 
disponibles JumpStart públicamente, consulte Implementar un modelo previamente entrenado 
directamente en un punto final. SageMaker Para obtener información sobre cómo ajustar un modelo 
básico mediante programación, consulte Ajustar un JumpStart modelo e implementarlo en un punto
final. SageMaker

Para consultar los identificadores de modelo disponibles para los modelos fundacionales disponibles 
públicamente, consulte la tabla de algoritmos integrados con modelos previamente entrenados.
Busque el nombre del modelo base que prefiera en la barra de búsqueda, cambie el número de 
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entradas que se muestran en el menú desplegable Mostrar entradas o seleccione el texto siguiente
resaltado en azul en la parte izquierda de la página para navegar por los modelos disponibles.

Para ver ejemplos de cuadernos con pasos detallados sobre el uso de modelos básicos JumpStart 
disponibles públicamente con el SDK de SageMaker Python, consulteCuadernos de ejemplo. 
También puede explorar los ejemplos de cuadernos disponibles en la interfaz de usuario de 
SageMaker JumpStart Studio Classic.

Descubra los modelos básicos en la consola SageMaker

Puedes explorar los modelos JumpStart básicos directamente a través de Amazon SageMaker 
Console.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. Busca JumpStarten el panel de navegación izquierdo y elige los modelos Foundation.

3. Explore modelos o busque un modelo específico. Si necesita orientación para seleccionar un 
modelo, consulte Elección de un modelo fundacional. Seleccione Ver modelo para ver la página 
de detalles del modelo fundacional que desee.

4. Si el modelo es un modelo propio, selecciona Suscribirse en la esquina superior derecha de la 
página de detalles del modelo para suscribirte al modeloAWS Marketplace. Debería recibir un 
correo electrónico de confirmación de su suscripción al modelo de su elección. Para obtener 
más información sobre SageMaker yAWS Marketplace, consulte Comprar y vender SageMaker 
algoritmos y modelos de Amazon en AWS Marketplace. Los modelos fundacionales disponibles 
públicamente no requieren una suscripción.

Note

La capacidad de detección del modelo básico patentado se encuentra actualmente en 
versión preliminar en la SageMaker consola. El acceso a la vista previa de los modelos 
fundacionales patentados en la consola incluye la disponibilidad en el área de juego. 
En la página de detalles del modelo, seleccione Área de juego para probar un modelo 
patentado sin necesidad de configurar ni implementar ningún paquete de modelos.

5. Para ver un ejemplo de bloc de notas GitHub, selecciona Ver código en la esquina superior 
derecha de la página de detalles del modelo.

6. Para ver y ejecutar un bloc de notas de ejemplo directamente en Amazon SageMaker Studio 
Classic, selecciona Abrir bloc de notas en Studio Classic en la esquina superior derecha de la 
página de detalles del modelo.
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Elección de un modelo fundacional

Amazon SageMaker JumpStart proporciona acceso a cientos de modelos básicos patentados y 
disponibles públicamente de fuentes y socios de terceros. Puedes explorar la selección JumpStart 
de modelos básicos directamente en la SageMaker consola, en Studio o en Studio Classic. Al 
seleccionar un modelo fundacional, le recomendamos que comience con una tarea específica en 
mente y explore los posibles modelos a partir de ahí.

Tareas del modelo fundacional

Por definición, los modelos fundacionales se adaptan a muchas tareas posteriores. Los modelos 
fundacionales se basan en enormes cantidades de datos de dominio general y el mismo modelo 
se puede implementar o personalizar para varios casos de uso. Al elegir su modelo fundacional, 
comience por definir una tarea específica.

Selección de un modelo de generación de texto

Los modelos fundacionales de generación de texto se pueden utilizar para una variedad de tareas 
posteriores, como el resumen de textos, la clasificación de textos, la respuesta a preguntas, la 
generación de contenido de formato largo, la redacción de textos cortos, la extracción de información 
y mucho más.

Para explorar los modelos básicos de generación JumpStart de texto más recientes, utiliza el filtro de
generación de texto de la página de descripción SageMaker JumpStart del producto Getting Started 
with Amazon. También puedes explorar modelos básicos basados en tareas directamente en la 
interfaz de usuario de Amazon SageMaker Studio o en la interfaz de usuario de SageMaker Studio 
Classic. Para obtener más información, consulte Usa modelos de base en Amazon SageMaker 
Studio Classic.

Elección de un modelo de generación de imágenes

JumpStart proporciona una amplia variedad de modelos de base para la generación de imágenes 
de Stable Diffusion, incluidos los modelos base de Stability AI, así como modelos previamente 
entrenados para text-to-image tareas específicas de Hugging Face. Si necesitas afinar tu modelo 
text-to-image base, puedes usar la base Stable Diffusion 2.1 de Stability AI. Si quieres explorar 
modelos que ya están entrenados en estilos artísticos específicos, puedes explorar uno de los 
muchos modelos de terceros de Hugging Face directamente en la interfaz de usuario de SageMaker 
Amazon Studio SageMaker o en la interfaz de usuario de Studio Classic.

Para explorar los modelos de JumpStart bases de maquillaje de última generación de imágenes, 
utiliza el filtro Texto a imagen de la página de descripción SageMaker JumpStart del producto
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Getting Started with Amazon. Para empezar con el modelo de text-to-image base que haya elegido, 
consulteUsa modelos de base en Amazon SageMaker Studio Classic.

Licencias y orígenes de modelos

Amazon SageMaker JumpStart proporciona acceso a modelos de base propietarios y disponibles 
públicamente. Los modelos fundacionales los incorporan y mantienen proveedores externos de 
código abierto y patentados. Por lo tanto, se publican bajo diferentes licencias según lo indique el 
origen del modelo. Asegúrese de revisar la licencia de cualquier modelo fundacional que utilice. 
Usted es el responsable de revisar y cumplir los términos de licencia aplicables y de asegurarse 
de que sean aceptables para su caso de uso antes de descargar o usar el contenido. Ejemplos de 
licencias de modelo fundacional comunes:

• Alexa Teacher Model

• Apache 2.0

• BigScience Licencia Responsible AI v1.0

• Licencia CreativeML Open RAIL++-M

Del mismo modo, para cualquier modelo fundacional patentado, asegúrese de revisar y cumplir las 
condiciones de uso y las directrices de uso del proveedor del modelo. Si tiene preguntas sobre la 
información de licencia de un modelo patentado específico, póngase en contacto directamente con 
el proveedor del modelo. Puede encontrar la información de contacto del proveedor del modelo en 
la pestaña Soporte de cada página de modelos en AWS Marketplace. Para explorar los modelos 
básicos patentados más recientes, consulta Cómo empezar con Amazon SageMaker JumpStart.

Contratos de licencia para usuarios finales

Algunos modelos JumpStart básicos requieren la aceptación explícita de un acuerdo de licencia de 
usuario final (EULA) antes de su implementación.

Aceptación del EULA en Amazon Studio SageMaker

Es posible que se le pida que acepte un acuerdo de licencia de usuario final antes de ajustar, 
implementar o evaluar un modelo JumpStart básico en Studio. Para empezar a utilizar los modelos 
JumpStart básicos en Studio, consulte. Usa modelos básicos en Studio
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Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

Algunos modelos JumpStart básicos requieren la aceptación de un acuerdo de licencia de usuario 
final antes de su implementación. Si esto se aplica al modelo básico que decide utilizar, Studio le 
mostrará una ventana con el contenido del EULA. Usted es el responsable de revisar y cumplir los 
términos de licencia aplicables y de asegurarse de que sean aceptables para su caso de uso antes 
de descargar o usar el modelo.

Aceptación del EULA en Amazon SageMaker Studio Classic

Es posible que se le pida que acepte un acuerdo de licencia de usuario final antes de implementar 
un modelo JumpStart básico o abrir un cuaderno modelo JumpStart básico en Studio Classic. Para 
empezar a utilizar los JumpStart modelos básicos en Studio Classic, consulteUsa modelos de base 
en Amazon SageMaker Studio Classic.

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Algunos modelos JumpStart básicos requieren la aceptación de un acuerdo de licencia de usuario 
final antes de su implementación. Si esto se aplica al modelo básico que elija utilizar, Studio Classic 
le mostrará una ventana titulada Revise el contrato de licencia para el usuario final (EULA) y la 
política de uso aceptable (AUP), que aparece a continuación, después de seleccionar Deploy o 
Open notebook. Usted es el responsable de revisar y cumplir los términos de licencia aplicables y de 
asegurarse de que sean aceptables para su caso de uso antes de descargar o usar el modelo.
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Aceptación del EULA con el SDK de SageMaker Python

Para obtener más información sobre cómo empezar a utilizar JumpStart los modelos básicos 
mediante el SDK de SageMaker Python, consulteUsa modelos básicos con el SDK de SageMaker 
Python.

Important

Asegúrese de actualizar a la última versión del modelo que utiliza y a la última versión del 
SDK de SageMaker Python antes de seguir este flujo de trabajo. Para usar el siguiente 
flujo de trabajo, debe tener instalada la versión 2.198.0 o posterior o el SDK de SageMaker 
Python.

Aceptación del EULA al implementar un modelo JumpStart

En el caso de los modelos que requieren la aceptación de un acuerdo de licencia de usuario final, 
debe declarar explícitamente la aceptación del EULA al implementar su modelo. JumpStart

from sagemaker.jumpstart.model import JumpStartModel
model_id = "meta-textgeneration-llama-2-13b"
my_model = JumpStartModel(model_id=model_id)

# Declare EULA acceptance when deploying your JumpStart model
predictor = my_model.deploy(accept_eula=True)

El valor accept_eula es None de forma predeterminada y debe redefinirse explícitamente como
True para poder aceptar el acuerdo de licencia para el usuario final. Para obtener más información, 
consulta JumpStartModella referencia de la API del SDK de JumpStart Python.

Aceptación del EULA al ajustar un modelo JumpStart

Para ajustar los modelos que requieren la aceptación de un acuerdo de licencia de usuario final, 
debe declarar explícitamente la aceptación del EULA al definir su estimador. JumpStart Tenga 
en cuenta que, tras ajustar un modelo previamente entrenado, se cambian los pesos del modelo 
original, por lo que no tendrá que aceptar más adelante un EULA al implementar el modelo ajustado.

from sagemaker.jumpstart.estimator import JumpStartEstimator
model_id = "meta-textgeneration-llama-2-13b"
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# Declare EULA acceptance when defining your JumpStart estimator
estimator = JumpStartEstimator(model_id=model_id, environment={"accept_eula": "true"})
estimator.fit(
{"train": training_dataset_s3_path, "validation": validation_dataset_s3_path}
)

El accept_eula valor es None el predeterminado y debe redefinirse de forma explícita "true"
dentro del entorno del estimador para poder aceptar el acuerdo de licencia para el usuario final. Para 
obtener más información, consulta JumpStartEstimatorla referencia de la API del SDK de JumpStart 
Python.

Aceptación del EULA: versiones del SDK de SageMaker Python anteriores a la 2.198.0

Important

Si utilizas versiones anteriores a la 2.198.0 del SDK de SageMaker Python, debes usar la 
SageMaker Predictor clase para aceptar un modelo de EULA.

Tras implementar un modelo JumpStart básico mediante programación mediante el SDK de 
SageMaker Python, puede realizar inferencias en el punto final implementado con la clase. 
SageMaker Predictor En el caso de los modelos que requieren la aceptación de un acuerdo de 
licencia para el usuario final, debe declarar explícitamente la aceptación del EULA en la llamada a la 
clase Predictor.

predictor.predict(payload, custom_attributes="accept_eula=true")

El valor accept_eula es false de forma predeterminada y debe redefinirse explícitamente como
true para poder aceptar el acuerdo de licencia para el usuario final. El predictor devuelve un error 
si intentas ejecutar la inferencia mientras está establecido en. accept_eula false Para obtener 
más información sobre cómo empezar a utilizar JumpStart los modelos básicos mediante el SDK de 
SageMaker Python, consulteUsa modelos básicos con el SDK de SageMaker Python.

Important

El parámetro custom_attributes acepta pares de valores clave en el formato
"key1=value1;key2=value2". Si usa la misma clave varias veces, el servidor 
de inferencia usa el último valor asociado a la clave. Por ejemplo, si pasa
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"accept_eula=false;accept_eula=true" al parámetro custom_attributes, el 
servidor de inferencia asociará el valor true a la clave accept_eula.

Personalización de un modelo fundacional

Los modelos fundacionales son modelos extremadamente potentes capaces de resolver una amplia 
gama de tareas. Para resolver la mayoría de las tareas de forma eficaz, estos modelos requieren 
algún tipo de personalización.

La forma recomendada de personalizar por primera vez un modelo fundacional para un caso de uso 
específico es mediante ingeniería de peticiones. Proporcionar a su modelo fundacional peticiones 
bien diseñadas y contextualizadas puede ayudarle a lograr los resultados deseados sin necesidad de 
ajustar ni cambiar las ponderaciones del modelo. Para obtener más información, consulte Ingeniería 
de peticiones para los modelos fundacionales.

Si la ingeniería de peticiones por sí sola no es suficiente para personalizar su modelo fundacional 
para una tarea específica, puede ajustar un modelo fundacional a partir de datos adicionales 
específicos del dominio. Para obtener más información, consulte Ajuste de un modelo fundacional. El 
proceso de ajuste implica cambiar las ponderaciones de los modelos.

Si desea personalizar el modelo con información de una biblioteca de conocimientos sin necesidad 
de repetir el entrenamiento, consulte Generación aumentada de recuperación (RAG).

Ingeniería de peticiones para los modelos fundacionales

La ingeniería de peticiones es el proceso de diseñar y refinar las peticiones o estímulos de entrada 
para que un modelo de lenguaje genere tipos específicos de resultados. La ingeniería de peticiones 
implica seleccionar las palabras clave adecuadas, proporcionar un contexto y dar forma a los 
elementos de entrada de manera que se aliente al modelo a producir la respuesta deseada, y es 
una técnica vital para determinar activamente el comportamiento y los resultados de los modelos 
fundacionales.

Una ingeniería de peticiones eficaz es crucial para dirigir el comportamiento del modelo y lograr 
las respuestas deseadas. Mediante la ingeniería de peticiones, puede controlar el tono, el estilo y 
la experiencia del modelo en un dominio sin tener que recurrir a medidas de personalización más 
complicadas, como los ajustes. Le recomendamos que dedique tiempo a la ingeniería de peticiones 
antes de plantearse la posibilidad de ajustar un modelo utilizando datos adicionales. El objetivo es 
proporcionar un contexto y una orientación suficientes al modelo para que pueda generalizarse y 
funcionar bien en escenarios con datos limitados o invisibles.
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Aprendizaje de cero intentos

El aprendizaje de cero intentos implica entrenar un modelo para generalizar y hacer predicciones 
sobre clases o tareas invisibles. Para realizar una ingeniería de peticiones en entornos de 
aprendizaje de cero intentos, recomendamos crear peticiones que proporcionen información explícita 
sobre la tarea objetivo y el formato de salida deseado. Por ejemplo, si quiere utilizar un modelo 
fundacional para la clasificación de texto de cero intentos en un conjunto de clases que el modelo 
no haya visto durante el entrenamiento, una petición bien diseñada podría ser: "Classify the 
following text as either sports, politics, or entertainment: [input text]."
Al especificar explícitamente las clases objetivo y el formato de salida esperado, puedes guiar al 
modelo para que haga predicciones precisas incluso ante clases invisibles.

Aprendizaje de pocos intentos

El aprendizaje de pocos intentos implica entrenar un modelo con una cantidad limitada de datos 
para nuevas clases o tareas. La ingeniería de peticiones en entornos de aprendizaje de pocos 
intentos se centra en diseñar indicaciones que utilicen de forma eficaz los datos de entrenamiento 
limitados disponibles. Por ejemplo, si utiliza un modelo fundacional para una tarea de clasificación 
de imágenes y solo tiene unos pocos ejemplos de una nueva clase de imágenes, puede diseñar 
una petición que incluya los ejemplos etiquetados disponibles con un marcador de posición para 
la clase objetivo. Por ejemplo, la petición podría ser: "[image 1], [image 2], and [image 
3] are examples of [target class]. Classify the following image as [target 
class]". Al incorporar los ejemplos etiquetados limitados y especificar explícitamente la clase 
objetivo, puede guiar el modelo para generalizar y hacer predicciones precisas incluso con datos de 
entrenamiento mínimos.

Si la ingeniería de peticiones no es suficiente para adaptar su modelo fundacional a las necesidades 
empresariales específicas, el lenguaje específico del dominio, las tareas objetivo u otros requisitos, 
puede considerar ajustar su modelo con datos adicionales o utilizar la generación aumentada de 
recuperación (RAG) para aumentar la arquitectura de su modelo con un contexto mejorado a partir 
de fuentes de conocimiento archivadas. Para obtener más información, consulte Ajuste de un modelo 
fundacional o Generación aumentada de recuperación (RAG).

Ajuste de un modelo fundacional

Los modelos fundacionales son costosos desde el punto de vista computacional y se basan en 
un corpus grande y sin etiquetas. Ajustar un modelo fundacional previamente entrenado es una 
forma económica de aprovechar sus amplias capacidades y, al mismo tiempo, personalizar un 

Modelos fundacionales 317



Amazon SageMaker Guía para desarrolladores

modelo en su propio corpus pequeño. El ajuste es un método de personalización que requiere más 
entrenamiento y que, además, cambia las ponderaciones del modelo.

El ajuste puede serle útil si necesita:

• personalizar su modelo según necesidades empresariales específicas;

• que su modelo funcione correctamente con un lenguaje específico de un dominio, como una jerga 
sectorial, términos técnicos u otro vocabulario especializado;

• rendimiento mejorado para tareas específicas;

• respuestas precisas, relativas y contextualizadas en las aplicaciones;

• respuestas más objetivas, menos tóxicas y mejor ajustadas a requisitos específicos.

Hay dos enfoques principales que puede adoptar para realizar ajustes en función del caso de 
uso y del modelo fundacional elegido. Si está interesado en ajustar su modelo a partir de datos 
específicos de un dominio, consulte Ajuste para adaptación al dominio. Si le interesa un ajuste 
basado en instrucciones mediante ejemplos de peticiones y respuestas, consulte Ajuste basado en 
instrucciones.

Ajuste para adaptación al dominio

El ajuste para la adaptación a dominios le permite aprovechar los modelos fundacionales 
previamente entrenados y adaptarlos a tareas específicas utilizando datos limitados específicos 
de un dominio. Si los esfuerzos de ingeniería de peticiones no proporcionan una personalización 
suficiente, puede utilizar los ajustes de adaptación al dominio para que su modelo funcione con 
el lenguaje específico de un dominio, como la jerga de un sector, términos técnicos u otros datos 
especializados. Este proceso de ajuste modifica las ponderaciones del modelo.

Para obtener más información, consulte el cuaderno de ejemplo del modelo GPT-J 6B de generación 
de texto de SageMaker JumpStart Foundation Models: ajuste preciso en un conjunto de datos de 
dominio específico. También puede seguir los pasos del formato del conjunto de datos de adaptación 
de dominios en el cuaderno de ejemplo para ajustar con precisión los modelos LlAma 2. SageMaker 
JumpStart

El ajuste con adaptación a dominios está disponible con los siguientes modelos fundacionales:
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Note

Algunos modelos JumpStart básicos, como el L LaMa -2-7B, requieren la aceptación de un 
acuerdo de licencia para el usuario final antes de realizar ajustes y realizar inferencias. Para 
obtener más información, consulte Contratos de licencia para usuarios finales.

• BloomZ 7b1

• GPT-J 6B

• GPT Neo 2.7B

• L -2-7b LaMa

• L LaMa -2-13b

Ajuste basado en instrucciones

El ajuste basado en instrucciones utiliza ejemplos etiquetados para mejorar el rendimiento de un 
modelo fundacional entrenado previamente en una tarea específica. Los ejemplos etiquetados 
tienen formato de pares de respuesta/aviso y están redactados como instrucciones. Este proceso de 
ajuste modifica las ponderaciones del modelo. Para obtener más información sobre el ajuste basado 
instrucciones, consulte los documentos Introducing FLAN: More generalizable Language Models with 
Instruction Fine-Tuning y Scaling Instruction-Finetuned Language Models.

Los modelos ajustados LAnguage Net (FLAN) utilizan el ajuste mediante instrucciones para que los 
modelos sean más propensos a resolver tareas generales de NLP posteriores. Amazon SageMaker 
JumpStart ofrece varios modelos básicos en la familia de modelos FLAN. Por ejemplo, los modelos 
FLAN-T5 incluyen instrucciones ajustadas para una amplia gama de tareas con el fin de aumentar el 
rendimiento de forma inmediata en una variedad de casos de uso comunes. Con datos adicionales y 
ajustes, los modelos basados en instrucciones se pueden adaptar aún más a tareas más específicas 
que no se hayan tenido en cuenta durante el entrenamiento previo.

El ajuste basado en instrucciones está disponible con los siguientes modelos fundacionales:

Note

Algunos modelos JumpStart básicos, como el L LaMa -2-7B, requieren la aceptación de un 
acuerdo de licencia para el usuario final antes de realizar ajustes y realizar inferencias. Para 
obtener más información, consulte Contratos de licencia para usuarios finales.
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• FLAN-T5 XL

• FLAN-T5 Large

• FLAN-T5 Small

• FLAN-T5 Base

• L -2-7b LaMa

• L LaMa -2-13b

Cuadernos de ejemplo

Para obtener más información, consulte los ejemplos de cuadernos siguientes:

• Ajuste con precisión los modelos LlAma 2 en SageMaker JumpStart

• SageMaker JumpStart Modelos básicos: ajuste fino de las instrucciones HuggingFace Text2Text

Generación aumentada de recuperación (RAG)

Los modelos fundacionales suelen entrenarse sin conexión, lo que hace que el modelo sea agnóstico 
a cualquier dato que se cree después de entrenar el modelo. Además, los modelos fundacionales 
se entrenan en corpus de dominios muy generales, lo que los hace menos eficaces para tareas 
específicas de un dominio. Puede utilizar la generación aumentada de recuperación (RAG) para 
recuperar datos ajenos a un modelo fundacional y aumentar las peticiones agregando los datos 
recuperados relevantes en su contexto. Para obtener más información sobre las arquitecturas de los 
modelos de RAG, consulte Generación aumentada de recuperación para tareas de NLP con un uso 
intensivo de conocimientos.

Con la RAG, los datos externos que se utilizan para aumentar las peticiones pueden provenir de 
varios orígenes de datos, como repositorios de documentos, bases de datos o API. El primer paso 
consiste en convertir los documentos y las consultas de los usuarios en un formato compatible para 
realizar una búsqueda de relevancia. Para que los formatos sean compatibles, una colección de 
documentos (o biblioteca de conocimientos) y las peticiones enviadas por los usuarios se convierten 
en representaciones numéricas mediante modelos de lenguaje incrustado. La incrustación es el 
proceso mediante el cual el texto recibe una representación numérica en un espacio vectorial. Las 
arquitecturas de modelos de RAG comparan las incrustaciones de las consultas de los usuarios en el 
vector de la biblioteca de conocimientos. A continuación, se asocia a la petición del usuario original 
el contexto relevante de documentos similares de la biblioteca de conocimientos. Este mensaje 
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aumentado se envía luego al modelo fundacional. Puede actualizar las bibliotecas de conocimientos 
y sus incrustaciones pertinentes de forma asíncrona.

Cuadernos de ejemplo

Para obtener más información, consulte los ejemplos de cuadernos siguientes:

• Generación de recuperación aumentada: respuesta a preguntas mediante modelos de generación 
LangChain e incrustación de modelos de Cohere SageMaker JumpStart

• Generación aumentada de recuperación: respuesta a preguntas con LLama-2, Pinecone y Custom 
Dataset

• Generación de recuperación aumentada: la respuesta a las preguntas se basa en un conjunto de 
datos personalizado con una biblioteca de código abierto LangChain

• Generación de recuperación aumentada: respuesta a preguntas basada en un conjunto de datos 
personalizado

Modelos fundacionales 321
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Evalúe un modelo básico de generación de texto en Studio

Foundation Model Evaluations (FMEval) se encuentra en una versión preliminar de Amazon 
SageMaker Clarify y está sujeta a cambios.

Important

Para poder utilizar SageMaker Clarify Foundation Model Evaluations, debe actualizarse 
a la nueva experiencia de Studio. A partir del 30 de noviembre de 2023, la experiencia 
anterior de Amazon SageMaker Studio pasa a denominarse Amazon SageMaker Studio 
Classic. La función de evaluación básica solo se puede utilizar en la experiencia actualizada. 
Para obtener información sobre cómo actualizar Studio, consulteMigración desde Amazon 
SageMaker Studio Classic. Para obtener información sobre el uso de la aplicación Studio 
Classic, consulteAmazon SageMaker Studio Clásico.

Amazon SageMaker JumpStart tiene integraciones con SageMaker Clarify Foundation Model 
Evaluations (FMEval) en Studio. Si un JumpStart modelo tiene funciones de evaluación integradas, 
puede elegir Evaluar en la esquina superior derecha de la página de detalles del modelo en la 
JumpStart interfaz de usuario de Studio. Para obtener más información sobre cómo navegar por la 
interfaz de usuario de JumpStart Studio, consulteÁbrelo y úsalo en Studio JumpStart :

Usa Amazon SageMaker JumpStart para evaluar modelos de bases basados en texto con FMEval. 
Puede usar estas evaluaciones de modelos para comparar las métricas de calidad y responsabilidad 
de un modelo, entre dos modelos o entre diferentes versiones del mismo modelo, para ayudarlo a 
cuantificar los riesgos del modelo. FMEval puede evaluar modelos basados en texto que realizan las 
siguientes tareas:

• Generación abierta: producción de respuestas humanas naturales a un texto que no tiene una 
estructura predefinida.

• Resumen de texto: generación de un resumen conciso y condensado, conservando el significado y 
la información clave contenidos en un texto más grande.

• Respuesta a preguntas: generación de una respuesta a una pregunta en lenguaje natural.

• Clasificación: la asignación de una clase, por ejemplo, en positive lugar de negative a un 
pasaje de texto, en función de su contenido.
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Puede usar FMEval para evaluar automáticamente las respuestas del modelo en función de puntos 
de referencia específicos. También puede evaluar las respuestas del modelo según sus propios 
criterios al incorporar sus propios conjuntos de datos rápidos. FMEval proporciona una interfaz 
de usuario (UI) que lo guía a través de la instalación y configuración de un trabajo de evaluación. 
También puede usar la biblioteca FMEval dentro de su propio código.

Cada evaluación requiere una cuota para dos instancias:

• Instancia de alojamiento: instancia que aloja e implementa un LLM.

• Instancia de evaluación: instancia que se utiliza para solicitar y realizar una evaluación de un LLM 
en la instancia de alojamiento.

Si su LLM ya está desplegado, proporcione el punto de conexión y SageMaker utilizará su instancia 
de alojamiento para alojar e implementar el LLM.

Si está evaluando un SageMaker JumpStart modelo que aún no está implementado en su cuenta, 
FMEval crea una instancia de alojamiento temporal para usted en su cuenta y la mantiene 
desplegada solo durante la evaluación. FMeval usa la instancia predeterminada recomendada 
para el LLM elegido como instancia de alojamiento. SageMaker JumpStart Debe tener una cuota 
suficiente para esta instancia recomendada.

Cada evaluación también utiliza una instancia de evaluación para proporcionar indicaciones y 
puntuar las respuestas del LLM. También debe tener una cuota y memoria suficientes para ejecutar 
los algoritmos de evaluación. Los requisitos de cuota y memoria de la instancia de evaluación suelen 
ser menores que los necesarios para una instancia de alojamiento. Recomendamos seleccionar la
ml.m5.2xlarge instancia. Para obtener más información sobre la cuota y la memoria, consulteGuía 
de solución de problemas de FMEval.

Las evaluaciones automáticas se pueden utilizar para puntuar los LLM en las siguientes 
dimensiones:

• Precisión: para resumir textos, responder preguntas y clasificar textos

• Solidez semántica: para tareas abiertas de generación, resumen y clasificación de textos

• Conocimiento fáctico: para una generación abierta

• Estereotipos rápidos: para una generación abierta

• Toxicidad: para una generación abierta, resumen de textos y respuesta a preguntas
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También puede utilizar evaluaciones humanas para evaluar manualmente las respuestas de los 
modelos. La interfaz de usuario de FMEval lo guía a través de un flujo de trabajo que consiste en 
seleccionar uno o más modelos, aprovisionar recursos y redactar instrucciones para su personal y 
ponerse en contacto con él. Una vez finalizada la evaluación humana, los resultados se muestran en 
FMEval.

Para acceder a la evaluación del modelo a través de la página de JumpStart inicio de Studio, 
seleccione el modelo que desee evaluar y, a continuación, elija Evaluar. Tenga en cuenta que 
no todos los JumpStart modelos tienen capacidades de evaluación disponibles. Para obtener 
más información sobre cómo configurar, aprovisionar y ejecutar FMEval, consulte ¿Qué son las 
evaluaciones de los modelos básicos?

Modelos específicos para tareas

JumpStart admite modelos para tareas específicas en quince de los tipos de problemas más 
populares. De los tipos de problemas admitidos, los relacionados con la visión y el NLP suman un 
total de trece. Hay ocho tipos de problemas que permiten el entrenamiento y el ajuste incrementales.
Para obtener más información sobre el entrenamiento incremental y el ajuste de hiperparámetros, 
consulte SageMaker Ajuste automático de modelos. JumpStart también admite cuatro algoritmos 
populares para el modelado de datos tabulares.

Puede buscar y explorar modelos desde la página de JumpStart inicio de Studio o Studio Classic. Al 
seleccionar un modelo, la página de detalles del modelo proporciona información sobre el modelo, y 
puede entrenarlo e implementarlo en unos pocos pasos. La sección de descripción describe lo que 
puede hacer con el modelo, los tipos esperados de entradas y salidas y el tipo de datos necesarios 
para ajustar el modelo.

También puede utilizar modelos mediante programación con el SDK de SageMaker Python. 
Para obtener una lista de todos los modelos disponibles, consulte la tabla de modelos JumpStart 
disponibles.

En la siguiente tabla se resume la lista de tipos de problemas y los enlaces a sus ejemplos de 
cuadernos de Jupyter.
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Tipos de 
problemas

Compatibilidad 
con la inferenci 
a con modelos 
previamente 
entrenados

Entrenable en 
un conjunto de 
datos personali 
zado

Marcos 
admitidos

Cuadernos de 
ejemplo

Clasificación de 
imágenes

Sí Sí PyTorch, 
TensorFlow

Introducción a 
la JumpStart 
clasificación de 
imágenes

Detección de 
objetos

Sí Sí PyTorch 
TensorFlow, 
MXNet

Introducción a 
la JumpStart 
detección de 
objetos

Segmentación 
semántica

Sí Sí MXNet Introducción a 
la JumpStart 
segmentación 
semántica

Segmentación 
de instancias

Sí Sí MXNet Introducción a 
la segmentac 
ión de JumpStart 
instancias

Incrustación de 
imágenes

Sí No TensorFlow, 
MXNet

Introducción a 
la JumpStart 
incrustación de 
imágenes

Clasificación de 
textos

Sí Sí TensorFlow Introducción a 
la JumpStart 
clasificación de 
textos

Clasificación de 
pares de frases

Sí Sí TensorFlow, 
Hugging Face

Introducción 
a la clasifica 
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https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/jumpstart_instance_segmentation/Amazon_JumpStart_Instance_Segmentation.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/jumpstart_instance_segmentation/Amazon_JumpStart_Instance_Segmentation.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/jumpstart_image_embedding/Amazon_JumpStart_Image_Embedding.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/jumpstart_image_embedding/Amazon_JumpStart_Image_Embedding.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/jumpstart_image_embedding/Amazon_JumpStart_Image_Embedding.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/jumpstart_image_embedding/Amazon_JumpStart_Image_Embedding.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/jumpstart_text_classification/Amazon_JumpStart_Text_Classification.ipynb
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Tipos de 
problemas

Compatibilidad 
con la inferenci 
a con modelos 
previamente 
entrenados

Entrenable en 
un conjunto de 
datos personali 
zado

Marcos 
admitidos

Cuadernos de 
ejemplo

ción JumpStart 
por pares de 
oraciones

Respuesta a 
preguntas

Sí Sí PyTorch, 
Hugging Face

Introducción 
a JumpStart : 
respuesta a 
preguntas

Reconocimiento 
de entidades con 
nombre

Sí No Hugging Face Introducción 
al reconocim 
iento JumpStart 
de entidades 
nombradas

Resumen de 
texto

Sí No Hugging Face Introducción 
al JumpStart 
resumen de 
textos

Generación de 
texto

Sí No Hugging Face Introducción a 
la JumpStart 
generación de 
texto

Traducción 
automática

Sí No Hugging Face Introducción 
a JumpStart 
la traducción 
automática
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Tipos de 
problemas

Compatibilidad 
con la inferenci 
a con modelos 
previamente 
entrenados

Entrenable en 
un conjunto de 
datos personali 
zado

Marcos 
admitidos

Cuadernos de 
ejemplo

Incrustación de 
texto

Sí No TensorFlow, 
MXNet

Introducción a 
la JumpStart 
incrustación de 
texto
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Tipos de 
problemas

Compatibilidad 
con la inferenci 
a con modelos 
previamente 
entrenados

Entrenable en 
un conjunto de 
datos personali 
zado

Marcos 
admitidos

Cuadernos de 
ejemplo

Clasificación 
tabular

Sí Sí LightGBM, 
XGBoost 
CatBoost, -
Tabular, Linear 
AutoGluon 
Learner 
TabTransformer

Introducción 
a la clasifica 
ción tabular: 
LightGBM, 
JumpStart 
CatBoost

Introducción 
a la clasifica 
ción tabular 
JumpStart : 
XGBoost, Linear 
Learner

Introducción 
a - Clasifica 
ción tabular 
JumpStart 
- Aprendiz 
AutoGluon

Introducción 
a la clasifica 
ción tabular 
JumpStart - 
Estudiante 
TabTransformer
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Tipos de 
problemas

Compatibilidad 
con la inferenci 
a con modelos 
previamente 
entrenados

Entrenable en 
un conjunto de 
datos personali 
zado

Marcos 
admitidos

Cuadernos de 
ejemplo

Regresión 
tabular

Sí Sí LightGBM, 
XGBoost, 
CatBoost 
-Tabular, 
Lineal Learner 
AutoGluon 
TabTransformer

Introducción 
a - Regresión 
tabular - 
LightGBM, 
JumpStart 
CatBoost

Introducción a la 
regresión tabular 
JumpStart : 
XGBoost, Linear 
Learner

Introducción a 
— Regresión 
tabular 
JumpStart 
- Aprendiz 
AutoGluon

Introducción 
a JumpStart 
— Regresión 
tabular - 
Estudiante 
TabTransformer
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Implementación de un modelo

Cuando despliega un modelo desde JumpStart, SageMaker aloja el modelo e implementa un punto 
final que puede usar para realizar inferencias. JumpStart también proporciona un ejemplo de bloc de 
notas que puede utilizar para acceder al modelo una vez implementado.

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Note

Para obtener más información sobre la implementación de JumpStart modelos en Studio, 
consulte Implemente modelos básicos en Studio

Configuración de implementación de modelos

Tras elegir un modelo, se abre la pestaña del modelo. En el panel Implementar modelo, elija
Configuración de implementación para configurar la implementación de su modelo.

El tipo de instancia predeterminado para implementar un modelo depende del modelo. El tipo de 
instancia es el hardware en el que se ejecuta el trabajo de entrenamiento. En el siguiente ejemplo, la 
instancia ml.p2.xlarge es la predeterminada para este modelo BERT concreto.
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También puede cambiar el nombre del punto de conexión, añadir etiquetas de key;value recursos, 
activar o desactivar el jumpstart- prefijo de cualquier JumpStart recurso relacionado con el 
modelo y especificar un depósito de Amazon S3 para almacenar los artefactos del modelo utilizados 
por su SageMaker punto de conexión.

Elija Configuración de seguridad para especificar el rol de AWS Identity and Access Management 
(IAM), Amazon Virtual Private Cloud (Amazon VPC) y las claves de cifrado del modelo.
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Modelado de la seguridad de la implementación

Al implementar un modelo con JumpStart, puede especificar un rol de IAM, Amazon VPC y claves 
de cifrado para el modelo. Si no especificas ningún valor para estas entradas: la función de 
IAM predeterminada es la función de tiempo de ejecución de Studio Classic; se utiliza el cifrado 
predeterminado; no se utiliza Amazon VPC.

Rol de IAM

Puede seleccionar un rol de IAM que se asigne como parte de los trabajos de formación y 
alojamiento. SageMaker utiliza este rol para acceder a los datos de entrenamiento y a los artefactos 
del modelo. Si no seleccionas un rol de IAM, SageMaker implementa el modelo con tu rol de tiempo 
de ejecución de Studio Classic. Para más información acerca de los roles de IAM, consulte Identity 
and Access Management para Amazon SageMaker.

El rol que asigne debe tener acceso a los recursos que el modelo necesita y debe incluir todo lo 
siguiente.
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• Para trabajos de formación: CreateTrainingJob API: permisos de rol de ejecución.

• Para trabajos de hospedaje: CreateModel API: permisos de rol de ejecución.

Note

Puede reducir los permisos de Amazon S3 concedidos en cada uno de los siguientes roles. 
Para ello, utilice el ARN de su bucket de Amazon Simple Storage Service (Amazon S3) y del 
bucket de Amazon S3. JumpStart

{ 
  "Effect": "Allow", 
  "Action": [ 
    "s3:GetObject", 
    "s3:PutObject", 
    "s3:ListMultipartUploadParts", 
    "s3:ListBucket" 
  ], 
  "Resources": [ 
    "arn:aws:s3:::jumpstart-cache-prod-<region>/*", 
    "arn:aws:s3:::jumpstart-cache-prod-<region>", 
    "arn:aws:s3:::bucket/*" 
  ]
}

Búsqueda del rol de IAM

Si selecciona esta opción, debe seleccionar un rol de IAM existente de la lista desplegable.
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Rol de IAM de entrada

Si selecciona esta opción, debe introducir manualmente el ARN de un rol de IAM existente. Si tu rol 
de tiempo de ejecución de Studio Classic o Amazon VPC bloquean la iam:list*  llamada, debes 
usar esta opción para usar un rol de IAM existente.

Amazon VPC

Todos los JumpStart modelos se ejecutan en modo de aislamiento de red. Una vez creado el 
contenedor del modelo, no se pueden realizar más llamadas. Puede seleccionar una VPC de 
Amazon que se apruebe como parte de los trabajos de formación y alojamiento. SageMaker utiliza 
esta VPC de Amazon para transferir y extraer recursos de su bucket de Amazon S3. Esta Amazon 
VPC es diferente de la Amazon VPC que limita el acceso a la Internet pública desde su instancia de 
Studio Classic. Para obtener más información sobre la Amazon VPC de Studio Classic, consulte.
Conecte los blocs de notas SageMaker Studio Classic de una VPC a recursos externos

La Amazon VPC que asigne no necesita acceso a la Internet pública, pero sí a Amazon S3. El 
punto de conexión de Amazon VPC para Amazon S3 debe permitir el acceso a, como mínimo, los 
siguientes recursos que necesita el modelo.

{ 
  "Effect": "Allow", 
  "Action": [ 
    "s3:GetObject", 
    "s3:PutObject", 
    "s3:ListMultipartUploadParts", 
    "s3:ListBucket" 
  ], 
  "Resources": [ 
    "arn:aws:s3:::jumpstart-cache-prod-<region>/*", 
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    "arn:aws:s3:::jumpstart-cache-prod-<region>", 
    "arn:aws:s3:::bucket/*" 
  ]
}

Si no selecciona una Amazon VPC, no se utilizará ninguna Amazon VPC.

Encontrar VPC

Si selecciona esta opción, debe seleccionar una Amazon VPC existente de la lista desplegable. 
Tras seleccionar una Amazon VPC, debe seleccionar una subred y un grupo de seguridad para su 
Amazon VPC. Para obtener más información acerca de las subredes y los grupos de seguridad, 
consulte Información general sobre VPC y subredes.

Especificar VPC

Si selecciona esta opción, debe seleccionar manualmente la subred y el grupo de seguridad que 
componen su Amazon VPC. Si su rol de tiempo de ejecución de Studio Classic o Amazon VPC 
bloquean la ec2:list* llamada, debe usar esta opción para seleccionar la subred y el grupo de 
seguridad.
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Claves de cifrado

Puede seleccionar una AWS KMS clave que se transfiera como parte de los trabajos de formación y 
alojamiento. SageMaker utiliza esta clave para cifrar el volumen de Amazon EBS del contenedor y el 
modelo reempaquetado en Amazon S3 para alojar trabajos y el resultado para trabajos de formación. 
Para obtener más información acerca de las claves AWS KMS, consulte Claves AWS KMS.

La clave que asigne debe confiar en el rol de IAM que transfiera. Si no especifica una función de 
IAM, la AWS KMS clave debe confiar en su función de tiempo de ejecución de Studio Classic.

Si no selecciona una AWS KMS clave, SageMaker proporciona un cifrado predeterminado para los 
datos del volumen de Amazon EBS y los artefactos de Amazon S3.

Búsqueda de las claves de cifrado

Si selecciona esta opción, debe seleccionar las claves AWS KMS existentes de la lista desplegable.

Modelos específicos para tareas 336

https://docs.aws.amazon.com/kms/latest/developerguide/concepts.html#kms_keys


Amazon SageMaker Guía para desarrolladores

Especificar las claves de cifrado

Si selecciona esta opción, debe introducir las claves AWS KMS manualmente. Si su función de 
ejecución de Studio Classic o Amazon VPC bloquean la kms:list*  llamada, debe usar esta 
opción para seleccionar las claves existentesAWS KMS.

Configure los valores predeterminados de los modelos JumpStart

Puede configurar los valores predeterminados para parámetros como las funciones de IAM, las VPC 
y las claves de KMS para rellenarlos previamente para la implementación y el entrenamiento del 
JumpStart modelo. Tras configurar los valores predeterminados, la interfaz de usuario de Studio 
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Classic proporciona automáticamente las etiquetas y los ajustes de seguridad especificados a los 
SageMaker JumpStart modelos para simplificar los flujos de trabajo de despliegue y entrenamiento. 
Los administradores y los usuarios finales pueden inicializar los valores predeterminados 
especificados en un archivo de configuración en formato YAML.

De forma predeterminada, el SDK de SageMaker Python usa dos archivos de configuración: uno 
para el administrador y otro para el usuario. Con el archivo de configuración del administrador, los 
administradores pueden definir un conjunto de valores predeterminados. Los usuarios finales pueden 
anular los valores establecidos en el archivo de configuración del administrador y establecer valores 
predeterminados adicionales mediante el archivo de configuración del usuario final. Para obtener 
más información, consulte Ubicación del archivo de configuración predeterminado.

En el siguiente ejemplo de código se enumeran las ubicaciones predeterminadas de los archivos de 
configuración cuando se utiliza el SDK de SageMaker Python en Amazon SageMaker Studio Classic.

# Location of the admin config file
/etc/xdg/sagemaker/config.yaml

# Location of the user config file
/root/.config/sagemaker/config.yaml

Los valores especificados en el archivo de configuración del usuario anulan los valores establecidos 
en el archivo de configuración del administrador. El archivo de configuración es único para cada perfil 
de usuario de un SageMaker dominio de Amazon. La aplicación Studio Classic del perfil de usuario 
está directamente asociada al perfil de usuario. Para obtener más información, consulte Perfiles de 
usuario del dominio.

Los administradores pueden establecer, de forma opcional, los valores predeterminados de 
configuración para el entrenamiento y el despliegue de JumpStart modelos mediante configuraciones
JupyterServer del ciclo de vida. Para obtener más información, consulte Creación y asociación de 
una configuración del ciclo de vida.

Archivo YAML de configuración de valores predeterminados

El archivo de configuración debe ajustarse a la estructura del archivo de configuración del SDK 
de SageMaker Python. Tenga en cuenta que los campos específicos de las EndpointConfig
configuraciones TrainingJobModel, y se aplican a los valores predeterminados de entrenamiento 
e implementación del JumpStart modelo.

SchemaVersion: '1.0'
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SageMaker: 
  TrainingJob: 
    OutputDataConfig: 
      KmsKeyId: example-key-id
    ResourceConfig: 
      # Training configuration - Volume encryption key 
      VolumeKmsKeyId: example-key-id
    # Training configuration form - IAM role 
    RoleArn: arn:aws:iam::123456789012:role/SageMakerExecutionRole 
    VpcConfig: 
      # Training configuration - Security groups 
      SecurityGroupIds: 
      - sg-1
      - sg-2
      # Training configuration - Subnets 
      Subnets: 
      - subnet-1
      - subnet-2
    # Training configuration - Custom resource tags 
    Tags: 
    - Key: Example-key
      Value: Example-value
  Model: 
    EnableNetworkIsolation: true
    # Deployment configuration - IAM role 
    ExecutionRoleArn: arn:aws:iam::123456789012:role/SageMakerExecutionRole 
    VpcConfig: 
      # Deployment configuration - Security groups 
      SecurityGroupIds: 
      - sg-1
      - sg-2
      # Deployment configuration - Subnets 
      Subnets: 
      - subnet-1
      - subnet-2
  EndpointConfig: 
    AsyncInferenceConfig: 
      OutputConfig: 
        KmsKeyId: example-key-id
    DataCaptureConfig: 
      # Deployment configuration - Volume encryption key 
      KmsKeyId: example-key-id
    KmsKeyId: example-key-id
    # Deployment configuration - Custom resource tags 
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    Tags: 
    - Key: Example-key
      Value: Example-value       

Ajuste de un modelo

El ajuste entrena un modelo previamente entrenado en un nuevo conjunto de datos sin tener 
que entrenarlo desde cero. Este proceso, también conocido como aprendizaje por transferencia, 
puede producir modelos precisos con conjuntos de datos más pequeños y con menos tiempo de 
entrenamiento. Puede ajustar un modelo si su tarjeta muestra el atributo fine-tunable configurado 
como Sí.

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Note

Para obtener más información sobre el ajuste preciso de los JumpStart modelos en Studio, 
consulte Ajuste con precisión los modelos de base en Studio
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Ajuste del origen de datos

Al ajustar un modelo, puede usar el conjunto de datos predeterminado o elegir sus propios datos que 
se encuentren en un bucket de Amazon S3.

Para ver los buckets disponibles, elija Buscar bucket de S3. Estos depósitos están limitados por los 
permisos utilizados para configurar tu cuenta de Studio Classic. También puede especificar un URI 
de Amazon S3 seleccionando Introducir la ubicación del bucket de Amazon S3.

Tip

Para obtener información sobre cómo dar formato a los datos de su bucket, seleccione Más 
información. La sección de descripción del modelo contiene información detallada sobre las 
entradas y salidas. 

Para los modelos de texto:

• El bucket debe tener un archivo data.csv.
• La primera columna debe ser un entero único para la etiqueta de clase. Por ejemplo: 1, 2, 3, 4, n
• La segunda columna debe ser una cadena.
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• La segunda columna debe tener el texto correspondiente que coincida con el tipo y el idioma del 
modelo. 

Para los modelos de visión:

• El bucket debe tener tantos subdirectorios como el número de clases.
• Cada subdirectorio debe contener imágenes que pertenezcan a esa clase en formato .jpg.

Note

El bucket de Amazon S3 debe estar en el mismo Región de AWS lugar en el que se ejecuta 
SageMaker Studio Classic, ya que SageMaker no permite solicitudes entre regiones.

Ajuste de la configuración de implementación

Se recomienda la familia p3 como la más rápida para el entrenamiento de aprendizaje profundo y se 
recomienda para ajustar un modelo. En el siguiente gráfico se muestra la cantidad de GPU en cada 
tipo de instancia. Hay otras opciones disponibles entre las que puede elegir, incluidos los tipos de 
instancia p2 y g4.

Tipo de instancia GPU

p3.2xlarge 1

p3.8xlarge 4

p3.16xlarge 8

p3dn.24xlarge 8

Hiperparámetros

Puede personalizar los hiperparámetros del trabajo de entrenamiento que se utilizan para ajustar 
el modelo. Los hiperparámetros disponibles para cada modelo ajustable varían según el modelo. 
Para obtener información sobre cada hiperparámetro disponible, consulte la documentación de 
hiperparámetros del modelo que elija en Usa algoritmos SageMaker integrados de Amazon o 
modelos previamente entrenados. Por ejemplo, consulte Clasificación de imágenes: TensorFlow 
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hiperparámetros para obtener más información sobre la clasificación de imágenes, que se puede 
ajustar con precisión: hiperparámetros. TensorFlow

Si usa el conjunto de datos predeterminado para los modelos de texto sin cambiar los 
hiperparámetros, obtendrá un modelo casi idéntico. En el caso de los modelos de visión, el conjunto 
de datos predeterminado es diferente del conjunto de datos utilizado para entrenar los modelos 
previamente entrenados, por lo que su modelo será diferente en consecuencia.

Los siguientes hiperparámetros son comunes entre los diversos modelos:

• Época: una época es un ciclo que recorre todo el conjunto de datos. Varios intervalos completan 
un lote y, finalmente, varios lotes completan una época. Se ejecutan varias épocas hasta que la 
precisión del modelo alcanza un nivel aceptable o cuando la tasa de error cae por debajo de un 
nivel aceptable.

• Tasa de aprendizaje: la cantidad que deben cambiar los valores entre épocas. A medida que se 
perfecciona el modelo, se modifican sus ponderaciones internas y se comprueban las tasas de 
error para ver si el modelo mejora. Una tasa de aprendizaje típica es de 0,1 o 0,01, donde 0,01 
es un ajuste mucho menor y podría provocar que el entrenamiento tarde mucho en converger, 
mientras que 0,1 es mucho mayor y puede provocar que el entrenamiento se sobrepase. Es uno 
de los principales hiperparámetros que puede ajustar para entrenar su modelo. Tenga en cuenta 
que, en el caso de los modelos de texto, una tasa de aprendizaje mucho menor (5e-5 para BERT) 
puede dar como resultado un modelo más preciso.

• Tamaño del lote: la cantidad de registros del conjunto de datos que se van a seleccionar para cada 
intervalo y que se van a enviar a las GPU para su entrenamiento.

En un ejemplo de imagen, puede enviar 32 imágenes por GPU, por lo que 32 sería el tamaño del 
lote. Si elige un tipo de instancia con más de una GPU, el lote se divide por la cantidad de GPU. 
El tamaño de lote sugerido varía según los datos y el modelo que utilice. Por ejemplo, la forma en 
que optimiza los datos de imagen difiere de la forma en que gestiona los datos de idioma.

En el gráfico de tipos de instancia de la sección de configuración de implementación, puede ver la 
cantidad de GPU por tipo de instancia. Comience con un tamaño de lote recomendado estándar 
(por ejemplo, 32 para un modelo de visión). A continuación, multiplique esto por el número de 
GPU del tipo de instancia que haya seleccionado. Por ejemplo, si utiliza un p3.8xlarge, sería 
32 (tamaño del lote) multiplicado por 4 (GPU), lo que arroja un total de 128, ya que el tamaño del 
lote se ajusta al número de GPU. Para un modelo de texto como BERT, intente empezar con un 
tamaño de lote de 64 y, a continuación, redúzcalo según sea necesario.
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Salida del entrenamiento

Cuando se completa el proceso de ajuste, JumpStart proporciona información sobre el modelo: 
modelo principal, nombre del trabajo de entrenamiento, ARN del trabajo de entrenamiento, tiempo de 
entrenamiento y ruta de salida. En la ruta de salida puede encontrar su nuevo modelo en un bucket 
de Amazon S3. La estructura de carpetas usa el nombre del modelo que haya proporcionado y el 
archivo del modelo está en una subcarpeta /output y siempre tiene el nombre model.tar.gz. 

Ejemplo: s3://bucket/model-name/output/model.tar.gz

Configuración de valores predeterminados para el entrenamiento de modelos

Puede configurar valores predeterminados para parámetros como las funciones de IAM, las VPC 
y las claves de KMS para rellenarlos previamente para la implementación y el entrenamiento del 
modelo. JumpStart Para obtener más información, consulte Configure los valores predeterminados 
de los modelos JumpStart .

Compartir modelos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Puede compartir JumpStart modelos a través de la interfaz de usuario de Studio Classic 
directamente desde la página de  JumpStart recursos lanzados mediante el siguiente procedimiento:

1. Abre Amazon SageMaker Studio Classic y selecciona  JumpStart Recursos lanzados en la
JumpStartsección del panel de navegación de la izquierda.

2. Seleccione la pestaña Trabajos de entrenamiento para ver la lista de sus trabajos de 
entrenamiento de modelos.

3. Bajo la lista de Trabajos de entrenamiento, seleccione el trabajo de entrenamiento que desee 
compartir. Se abrirá la página de detalles del trabajo de entrenamiento. No puede compartir más 
de un trabajo de entrenamiento a la vez.

4. En el encabezado del trabajo de entrenamiento, elija Compartir y seleccione Compartir en Canvas
o Compartir con mi organización.
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Para obtener más información sobre cómo compartir un modelo con un usuario de SageMaker 
Canvas, consulte Traiga su propio modelo a Canvas.

Note

Solo los modelos tabulares se pueden compartir en SageMaker Canvas. Al intentar compartir 
un modelo no tabular con SageMaker Canvas, aparece el error Tipo de datos no compatible.

Para obtener más información acerca del uso compartido de modelos con su organización, consulte
Modelos y cuadernos compartidos.

Modelos y cuadernos compartidos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección trata 
específicamente del uso de la aplicación Studio Classic. Para obtener información sobre el 
uso de la experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Comparta sus modelos y cuadernos para centralizar los artefactos de los modelos, facilitar la 
detección y aumentar la reutilización de los modelos en su organización. Al compartir sus modelos, 
puede proporcionar información sobre el entorno de entrenamiento e inferencia y permitir que los 
colaboradores utilicen estos entornos para sus propias tareas de entrenamiento e inferencia.

Todos los modelos que comparte y los modelos que se comparten con usted se pueden buscar 
en una ubicación centralizada directamente en Amazon SageMaker Studio Classic. Para obtener 
información sobre los pasos de incorporación para iniciar sesión en Amazon SageMaker Studio 
Classic, consulte Incorporar un SageMaker dominio de Amazon.

Acceso a los modelos y cuadernos compartidos

Para acceder al contenido compartido, selecciona Modelos compartidos en el panel de navegación 
izquierdo de la interfaz de usuario de Amazon SageMaker Studio Classic.
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Agregar contenido compartido

Puedes compartir modelos o libretas a través de la sección de modelos compartidos de la interfaz de 
usuario de Studio Classic. Para obtener información sobre cada paso, consulte Comparta modelos y 
libretas a través de la interfaz de usuario de Studio Classic.

Filtrado del contenido compartido

Existen tres opciones principales para filtrar los modelos y cuadernos compartidos:

1. Compartidos por mí: modelos y libretas que compartiste con Canvas JumpStart o SageMaker con 
cualquiera de ellos.

2. Compartido conmigo: modelos y cuadernos compartidos con usted

3. Compartido por mi organización: todos los modelos y cuadernos que se comparten con cualquier 
persona de su organización

También puede ordenar sus modelos y cuadernos en función de la hora en que se actualizaron 
por última vez o por orden alfabético ascendente o descendente. Seleccione el icono de filtro 

( ) 
para seguir ordenando las selecciones.

Comparta modelos tabulares con los usuarios de Canvas SageMaker

Además de compartir modelos con su organización, también puede compartir modelos con 
colaboradores que usan SageMaker Canvas. Si comparte modelos con SageMaker Canvas, sus 
colaboradores pueden importarlos a SageMaker Canvas y usarlos para generar predicciones.

Important

Importante: Solo puede compartir modelos tabulares en SageMaker Canvas.

Puede filtrar los modelos y libretas compartidos desde y hacia SageMaker Canvas seleccionando el 
icono de filtro 

( ) 
en las pestañas Compartido por mí o Compartido conmigo. Para obtener más información sobre 
cómo compartir un modelo en SageMaker Canvas, consulte Traiga su propio modelo a Canvas.
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Comparta modelos y libretas a través de la interfaz de usuario de Studio Classic

Para compartir modelos y libretas, vaya a la sección Modelos compartidos de Amazon 
SageMaker Studio Classic, elija Compartidos por mi organización y, a continuación, 
seleccione la lista desplegable Añadir. Elija entre agregar un modelo o agregar un cuaderno.

Agregar un modelo

Para agregar un modelo, elija Compartido por mi organización y, a continuación, seleccione Agregar 
modelo en la lista desplegable Agregar. Introduzca la información básica del modelo y agregue 
cualquier información de entrenamiento o inferencia que desee compartir con los colaboradores para 
entrenar o implementar el modelo. Tras introducir toda la información necesaria, seleccione Agregar 
modelo en la esquina inferior derecha.

Información básica

En primer lugar, agregue la información descriptiva básica sobre su modelo. Esta información se 
utiliza para mejorar la capacidad de búsqueda del modelo.
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1. Agregue un título para este modelo. Al agregar un título, se rellena automáticamente un 
identificador único en el campo ID en función del título del modelo.

2. Agregue una descripción del modelo.

3. Seleccione un tipo de datos de las opciones: texto, visión, tabular o audio.

4. Seleccione una tarea de machine learning de la lista de tareas disponibles, como la clasificación 
de imágenes o la generación de texto.

5. Seleccione un marco de machine learning.

6. Agregue información de metadatos con palabras clave o frases para utilizarla al buscar un modelo. 
Use comas para separar las palabras clave. Los espacios se sustituyen automáticamente por 
comas.

Habilitar el entrenamiento

Al agregar un modelo para compartirlo, si lo desea, puede proporcionar un entorno de entrenamiento 
y permitir que los colaboradores de su organización entrenen el modelo compartido.

Note

Si va a agregar un modelo tabular, también debe especificar un formato de columna y una 
columna de destino para permitir el entrenamiento. Para obtener más información, consulte
Amazon SageMaker Canvas en la Guía para SageMaker desarrolladores de Amazon.

1. Agregue un contenedor para usarlo en el entrenamiento de modelos. Puede seleccionar un 
contenedor utilizado para un trabajo de formación existente, traer su propio contenedor en 
Amazon ECR o usar un contenedor de aprendizaje SageMaker profundo de Amazon.

2. Agregue variables de entorno.

3. Proporcione una ubicación para el script de entrenamiento.

4. Proporcione un punto de entrada al modo script.

5. Proporcione un URI de Amazon S3 para los artefactos del modelo generados durante el 
entrenamiento.

6. Proporcione el URI de Amazon S3 al conjunto de datos de entrenamiento predeterminado.

7. Proporcione una ruta de salida del modelo. La ruta de salida del modelo debe ser la ruta URI de 
Amazon S3 para cualquier artefacto del modelo generado a partir del entrenamiento. SageMaker 
guarda los artefactos del modelo como un único archivo TAR comprimido en Amazon S3.
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8. Proporcione un conjunto de datos de validación para utilizarlo en la evaluación del modelo 
durante el entrenamiento. Los conjuntos de datos de validación deben contener el mismo 
número de columnas y los mismos encabezados de características que el conjunto de datos de 
entrenamiento.

9. Active el aislamiento de red. El aislamiento de red aísla el contenedor de modelos de modo que no 
se puedan realizar llamadas de red entrantes o salientes desde o hacia el contenedor del modelo.

10.Proporcione canales de formación a través de los cuales SageMaker pueda acceder a sus datos. 
Por ejemplo, puede especificar canales de entrada denominados train y test. Para cada canal, 
especifique un nombre de canal y un URI para la ubicación de sus datos. Elija Explorar para 
buscar ubicaciones de Amazon S3.

11.Proporcione hiperparámetros. Agregue cualquier hiperparámetro con el que los colaboradores 
deban experimentar durante el entrenamiento. Especifique un rango de valores válidos para 
estos hiperparámetros. Este rango se utiliza para entrenar la validación de hiperparámetros de un 
trabajo. Puede definir rangos en función del tipo de datos del hiperparámetro.

12.Seleccione un tipo de instancia. Para el entrenamiento con lotes grandes, recomendamos utilizar 
instancias de GPU con más memoria. Para obtener una lista completa de las instancias de 
SageMaker formación en todas AWS las regiones, consulta la tabla de precios bajo demanda en
Amazon SageMaker Pricing.

13.Proporcione métricas. Defina las métricas de un trabajo de entrenamiento especificando un 
nombre y una expresión regular para cada métrica que su trabajo de entrenamiento monitorice. 
Diseñe las expresiones regulares para capturar los valores de las métricas que emite el algoritmo. 
Por ejemplo, la métrica loss puede tener la expresión regular "Loss =(.*?);".

Habilitación de la implementación

Al agregar un modelo para compartirlo, puede proporcionar opcionalmente un entorno de inferencia 
en el que los colaboradores de su organización puedan implementar el modelo compartido para 
realizar inferencias.

1. Agregue un contenedor para usarlo en la inferencia. Puede traer su propio contenedor en Amazon 
ECR o usar un contenedor de aprendizaje SageMaker profundo de Amazon.

2. Proporcione el URI de Amazon S3 a un script de inferencia. Los scripts de inferencia 
personalizados se ejecutan dentro del contenedor elegido. El script de inferencia debe incluir una 
función para cargar el modelo y, opcionalmente, funciones que generen predicciones y procesen 
entradas y salidas. Para obtener más información sobre la creación de scripts de inferencia para 
el marco que elija, consulte Frameworks en la documentación del SDK de SageMaker Python. 
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Por ejemplo TensorFlow, consulte Cómo implementar los controladores previos o posteriores al 
procesamiento.

3. Proporcione un URI de Amazon S3 para los artefactos del modelo. Los artefactos del modelo 
son el resultado del entrenamiento de un modelo y, por lo general, consisten en parámetros 
entrenados, una definición del modelo que describe cómo calcular las inferencias y otros 
metadatos. Si ha entrenado el modelo SageMaker, los artefactos del modelo se guardan como 
un único archivo TAR comprimido en Amazon S3. Si ha entrenado su modelo en el exterior 
SageMaker, debe crear este único archivo TAR comprimido y guardarlo en una ubicación de 
Amazon S3.

4. Seleccione un tipo de instancia. Para el entrenamiento con lotes grandes, recomendamos utilizar 
instancias de GPU con más memoria. Para obtener una lista completa de las instancias de 
SageMaker formación en todas AWS las regiones, consulta la tabla de precios bajo demanda en
Amazon SageMaker Pricing.

Agregar un cuaderno

Para agregar un cuaderno, elija Compartido por mi organización y, a continuación, seleccione
Agregar cuaderno en la lista desplegable Agregar. Introduzca la información básica de su cuaderno y 
proporcione un URI de Amazon S3 para la ubicación de dicho cuaderno.

Información básica

En primer lugar, agregue la información descriptiva básica sobre su cuaderno. Esta información se 
utiliza para mejorar la capacidad de búsqueda del cuaderno.

1. Agregue un título a este cuaderno. Al agregar un título, se rellena automáticamente un 
identificador único en el campo ID en función del título del cuaderno.

2. Agregue una descripción del cuaderno.

3. Seleccione un tipo de datos de las opciones: texto, visión, tabular o audio.

4. Seleccione una tarea de ML de la lista de tareas disponibles, como la clasificación de imágenes o 
la generación de texto.

5. Seleccione un marco de ML.

6. Agregue información de metadatos con palabras clave o frases para utilizarla al buscar 
un cuaderno. Use comas para separar las palabras clave. Los espacios se sustituyen 
automáticamente por comas.
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Agregar un cuaderno

Proporcione un URI de Amazon S3 para el URI de ese cuaderno. Puede elegir Explorar para 
buscar en los buckets de Amazon S3 la ubicación de su archivo de cuaderno. Cuando encuentre su 
cuaderno, copie el URI de Amazon S3, seleccione Cancelar y, a continuación, agregue el URI de 
Amazon S3 al campo Ubicación del cuaderno.

Tras introducir toda la información necesaria, seleccione Agregar cuaderno en la esquina inferior 
derecha.

SageMaker JumpStart Industria de Amazon: financiera

Utilice SageMaker JumpStart Industry: soluciones financieras, modelos y cuadernos de ejemplo 
para obtener información sobre las SageMaker funciones y capacidades a través de soluciones de 
un solo paso seleccionadas y cuadernos de ejemplo sobre problemas de aprendizaje automático 
(ML) centrados en la industria. Los cuadernos también explican cómo usar el SDK de Python para la 
SageMaker JumpStart industria para mejorar los datos de texto de la industria y ajustar los modelos 
previamente entrenados.

Temas

• SDK de Python para Amazon SageMaker JumpStart Industry

• Amazon SageMaker JumpStart Industry: solución financiera

• Amazon SageMaker JumpStart Industry: modelos financieros

• Amazon SageMaker JumpStart Industry: cuadernos de ejemplos financieros

• Amazon SageMaker JumpStart Industry: publicaciones de blog sobre finanzas

• Amazon SageMaker JumpStart Industry: Investigación relacionada con la financiación

• Amazon SageMaker JumpStart Industry: recursos financieros adicionales

SDK de Python para Amazon SageMaker JumpStart Industry

SageMaker Runtime JumpStart proporciona herramientas de procesamiento para seleccionar 
conjuntos de datos de la industria y ajustar los modelos previamente entrenados a través de 
su biblioteca de clientes llamada Industry Python SDK. SageMaker JumpStart Para obtener 
documentación de API detallada del SDK y obtener más información sobre el procesamiento y la 
mejora de los conjuntos de datos de texto de la industria para mejorar el rendimiento de los state-
of-the-art modelos SageMaker JumpStart, consulte la documentación de código abierto del SDK de 
Python para la SageMaker JumpStart industria.
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Amazon SageMaker JumpStart Industry: solución financiera

SageMaker JumpStart Industria: Financial ofrece las siguientes soluciones portátiles:

• Predicción de la calificación crediticia corporativa

Esta solución SageMaker JumpStart industrial: financiera proporciona una plantilla para un modelo 
de calificación crediticia corporativa con texto mejorado. Muestra cómo combinar un modelo basado 
en características numéricas (en este caso, los famosos 5 ratios financieros de Altman) con textos 
de documentos presentados ante la SEC para mejorar la predicción de las calificaciones crediticias. 
Además de los 5 ratios de Altman, puede añadir más variables según sea necesario o establecer 
variables personalizadas. Este cuaderno de soluciones muestra cómo el SDK para Python de 
SageMaker JumpStart la industria ayuda a procesar la puntuación del procesamiento del lenguaje 
natural (NLP) de los textos de las presentaciones ante la SEC. Además, la solución demuestra cómo 
entrenar un modelo utilizando el conjunto de datos mejorado para crear un best-in-class modelo, 
implementar el modelo en un SageMaker punto final para la producción y recibir predicciones 
mejoradas en tiempo real.

• Calificación crediticia basada en gráficos

Las calificaciones crediticias se generan tradicionalmente mediante modelos que utilizan datos 
de estados financieros y datos de mercado, que son exclusivamente tabulares (numéricos y 
categóricos). Esta solución crea una red de empresas utilizando los documentos presentados ante 
la SECy muestra cómo utilizar la red de relaciones entre empresas con datos tabulares para generar 
predicciones de calificación precisas. Esta solución muestra una metodología que utiliza datos sobre 
los vínculos entre empresas para extender los modelos de calificación crediticia tabulares, que han 
sido utilizados por el sector de calificaciones crediticias durante décadas, a la clase de modelos de 
machine learning en redes.

Note

Los cuadernos de soluciones solo tienen fines ilustrativos. No se debe confiar en ellos como 
asesoramiento financiero o de inversión.

Puede encontrar estas soluciones de servicios financieros en la SageMaker JumpStart página de 
Studio Classic.
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Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Note

El SageMaker JumpStart sector: las soluciones financieras, las tarjetas modelo y las libretas 
de ejemplo solo se alojan y se pueden ejecutar a través SageMaker de Studio Classic. 
Inicie sesión en la SageMaker consola e inicie SageMaker Studio Classic. Para obtener 
más información sobre cómo encontrar la tarjeta de solución, consulte el tema anterior en
SageMaker JumpStart.

Amazon SageMaker JumpStart Industry: modelos financieros

SageMaker JumpStart Industria: Financial ofrece los siguientes modelos de enfoque BERT 
optimizados y robustos (RoBerTA) previamente entrenados:

• Incrustación de textos financieros (RoBERTa-SEC-Base)

• RoBERTa-SEC-WIKI-Base

• RoBERTa-SEC-Large

• RoBERTa-SEC-WIKI-Large

Los modelos RoBERTa-SEC-Base y RoBERTa-SEC-Large son los modelos de incrustación de texto 
basados en el modelo RoBERTa de GluonNLP y entrenados previamente con informes del S&P 500 
SEC 10-K/10-Q de la década de 2010 (de 2010 a 2019). Además, SageMaker JumpStart Industry: 
Financial ofrece otras dos variantes de RobERTA, Roberta-sec-wiki-base y Roberta-sec-wiki-Large, 
preparadas previamente sobre los documentos presentados ante la SEC y los textos comunes de 
Wikipedia.

Puede encontrar estos modelos navegando hasta el nodo Modelos de texto, SageMaker JumpStart 
seleccionando Explorar todos los modelos de texto y, a continuación, filtrando para ver la
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incrustación de texto de ML Task. Puede acceder a los cuadernos correspondientes después de 
seleccionar el modelo de su elección. Los cuadernos emparejados le explicarán cómo se pueden 
ajustar los modelos previamente entrenados para tareas de clasificación específicas en conjuntos de 
datos multimodales, que se mejoran con el SDK de Python de Industry. SageMaker JumpStart

Note

Los cuadernos de modelos solo tienen fines ilustrativos. No se debe confiar en ellos como 
asesoramiento financiero o de inversión.

La siguiente captura de pantalla muestra las tarjetas de modelos previamente entrenadas que se 
proporcionan en la página de Studio Classic. SageMaker JumpStart

Note

El SageMaker JumpStart sector: las soluciones financieras, las tarjetas modelo y las libretas 
de ejemplo solo se alojan y se pueden ejecutar a través de Studio Classic. SageMaker 
Inicie sesión en la SageMaker consola e inicie SageMaker Studio Classic. Para obtener 
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más información sobre cómo encontrar las tarjetas modelo, consulte el tema anterior en
SageMaker JumpStart.

Amazon SageMaker JumpStart Industry: cuadernos de ejemplos financieros

SageMaker JumpStart Industry: Financial ofrece los siguientes cuadernos de ejemplo para demostrar 
las soluciones a los problemas de aprendizaje automático centrados en la industria:

• Construcción de TabText datos financieros: este ejemplo presenta cómo utilizar el SDK de 
Python SageMaker JumpStart industrial para procesar las presentaciones ante la SEC, como 
resúmenes de textos y textos de puntuación basados en los tipos de puntuación de la PNL y sus 
correspondientes listas de palabras. Para obtener una vista previa del contenido de este cuaderno, 
consulte Construcción sencilla de un conjunto de datos multimodal a partir de los documentos 
presentados ante la SEC y puntuaciones de NLP.

• Aprendizaje automático multimodal basado en TabText datos: en este ejemplo se muestra 
cómo combinar diferentes tipos de conjuntos de datos en un único marco de datos denominado 
aprendizaje automático multimodal. TabText Para obtener una vista previa del contenido de este 
cuaderno, consulte Machine Learning on a TabText Dataframe: un ejemplo basado en el programa 
de protección de cheques de pago.

• El aprendizaje automático de varias categorías en los datos presentados ante la SEC: este 
ejemplo muestra cómo adiestrar un modelo de AutoGluon PNL a partir de conjuntos de datos 
multimodales (TabText) seleccionados a partir de documentos presentados ante la SEC para una 
tarea de clasificación multiclase. Clasificar solicitudes 10K/Q de la SEC según códigos del sector 
en la columna de texto de MDNA.

Note

Los cuadernos de ejemplos solo tienen fines ilustrativos. No se debe confiar en ellos como 
asesoramiento financiero o de inversión.

Note

El SageMaker JumpStart sector: las soluciones financieras, las tarjetas modelo y los 
cuadernos de ejemplo solo se alojan y se pueden ejecutar a través de Studio Classic. 
SageMaker Inicie sesión en la SageMaker consola e inicie SageMaker Studio Classic. Para 
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obtener más información sobre cómo encontrar los cuadernos de ejemplo, consulte el tema 
anterior en SageMaker JumpStart.

Para obtener una vista previa del contenido de los cuadernos de ejemplo, consulte Tutoriales: 
documentación del SDK de Python sobre finanzas en la SageMaker JumpStart industria.

Amazon SageMaker JumpStart Industry: publicaciones de blog sobre finanzas

Para obtener información detallada sobre el uso de SageMaker JumpStart Industry: Financial 
solutions, modelos, ejemplos y el SDK, consulte las siguientes publicaciones del blog:

• Utiliza modelos de lenguaje financiero previamente entrenados para el aprendizaje por 
transferencia en Amazon SageMaker JumpStart

• Usa el texto de la SEC para la clasificación de las calificaciones mediante el aprendizaje 
automático multimodal en Amazon SageMaker JumpStart

• Crea un panel con texto de la SEC para la PNL financiera en Amazon SageMaker JumpStart

• Crea un clasificador de calificaciones crediticias corporativas con el aprendizaje automático de 
gráficos en Amazon SageMaker JumpStart

• Adaptación de dominios: ajuste fino de los modelos básicos de Amazon a partir de datos 
financieros SageMaker JumpStart

Amazon SageMaker JumpStart Industry: Investigación relacionada con la financiación

Para obtener información relacionada con SageMaker JumpStart la industria: soluciones financieras, 
consulte los siguientes documentos:

• Contexto, modelado del lenguaje y datos multimodales en finanzas

• Machine learning multimodal para la modelización crediticia

• Sobre la falta de una interpretabilidad sólida de los clasificadores de texto neuronales

• FinLex: Un uso eficaz de las incrustaciones de palabras para la generación de léxico financiero

Amazon SageMaker JumpStart Industry: recursos financieros adicionales

Para tutoriales y documentación adicionales, consulte los siguientes recursos:

• La SageMaker JumpStart industria: SDK de Python financiero
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• SageMaker JumpStart Industria: Tutoriales del SDK de Python para finanzas

• La SageMaker JumpStart industria: GitHub repositorio financiero

• Cómo empezar a utilizar Amazon SageMaker : tutoriales de Machine Learning
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Utilice los entornos de aprendizaje automático que ofrece 
SageMaker

Amazon SageMaker admite los siguientes entornos de aprendizaje automático.

• Amazon SageMaker Studio: la última experiencia basada en la web para ejecutar flujos de trabajo 
de aprendizaje automático con un conjunto de IDE. Studio es compatible con las siguientes 
aplicaciones.

• Amazon SageMaker Studio Clásico

• Editor de código, basado en Code-OSS, Visual Studio Code: código abierto

• JupyterLab

• Amazon SageMaker Lienzo

• RStudio

• Amazon SageMaker Studio Classic: le permite crear, entrenar, depurar, implementar y supervisar 
sus modelos de aprendizaje automático.

• Amazon SageMaker Notebook Instances: le permite preparar y procesar datos, y entrenar e 
implementar modelos de aprendizaje automático desde una instancia de cómputo que ejecuta la 
aplicación Jupyter Notebook.

• Amazon SageMaker Studio Lab: Studio Lab es un servicio gratuito que le da acceso a recursos 
AWS informáticos en un entorno basado en código abierto JupyterLab, sin necesidad de una AWS 
cuenta.

• Amazon SageMaker Canvas: le permite utilizar el aprendizaje automático para generar 
predicciones sin necesidad de programar.

• Amazon SageMaker geospatial: le ofrece la posibilidad de crear, entrenar e implementar modelos 
geoespaciales.

• RStudio en Amazon SageMaker: RStudio es un IDE para R, con una consola, un editor de 
resaltado de sintaxis que admite la ejecución directa de código y herramientas para el trazado, el 
historial, la depuración y la gestión del espacio de trabajo.

• SageMaker HyperPod: SageMaker HyperPod le permite aprovisionar clústeres resilientes para 
ejecutar cargas de trabajo de aprendizaje automático (ML) y desarrollar state-of-the-art modelos 
como modelos de lenguaje de gran tamaño (LLM), modelos de difusión y modelos básicos (FM).
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Para usar estos entornos de aprendizaje automático, excepto Studio Lab, SageMaker Notebook 
Instances y SageMaker HyperPod, usted o el administrador de su organización deben crear un 
SageMaker dominio de Amazon. Studio Lab tiene un proceso de incorporación independiente.

Temas

• Amazon SageMaker Studio

• Amazon SageMaker Studio Clásico

• SageMaker JupyterLab

• Instancias de Amazon SageMaker Notebook

• Laboratorio Amazon SageMaker Studio

• Amazon SageMaker Lienzo

• Capacidades SageMaker geoespaciales de Amazon

• RStudio en Amazon SageMaker

• Cómo empezar a usar el editor de código en Amazon SageMaker Studio

• SageMaker HyperPod

• Utilice la IA generativa en entornos de SageMaker ordenadores portátiles

Amazon SageMaker Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

Amazon SageMaker Studio es la experiencia web más reciente para ejecutar flujos de trabajo de 
aprendizaje automático. Studio ofrece un conjunto de entornos de desarrollo integrados (IDE). 
Estos incluyen Code Editor, basado en Code-OSS, Visual Studio Code - Open Source, una nueva 
JupyterLab aplicación, RStudio y Amazon SageMaker Studio Classic. Para obtener más información, 
consulte Aplicaciones compatibles con Amazon SageMaker Studio.
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La nueva interfaz de usuario basada en web de Studio es más rápida y proporciona acceso a 
todos los SageMaker recursos, incluidos los trabajos y los puntos finales, en una sola interfaz. Los 
profesionales del aprendizaje automático también pueden elegir su IDE preferido para acelerar 
el desarrollo del aprendizaje automático. Un científico de datos puede utilizarlo JupyterLab para 
explorar datos y ajustar modelos. Además, un ingeniero de operaciones de aprendizaje automático 
(MLOps) puede usar el editor de código con la herramienta Pipelines de Studio para implementar y 
monitorear los modelos en producción.

La experiencia anterior de Studio sigue siendo compatible con Amazon SageMaker Studio Classic. 
Studio Classic es la experiencia predeterminada para los clientes actuales y está disponible 
como aplicación en Studio. Para obtener más información sobre Studio Classic, consulteAmazon 
SageMaker Studio Clásico. Para obtener información sobre cómo migrar de Studio Classic a Studio, 
consulteMigración desde Amazon SageMaker Studio Classic.

Studio ofrece las siguientes ventajas:

• Una nueva JupyterLab aplicación que tiene un tiempo de inicio más rápido y es más fiable que 
la aplicación Studio Classic existente. Para obtener más información, consulte SageMaker 
JupyterLab.

• Un conjunto de IDE que se abren en una pestaña separada, incluido el nuevo editor de código, 
basado en Code-OSS, Visual Studio Code, una aplicación de código abierto. Los usuarios pueden 
interactuar con los IDE compatibles en una experiencia de pantalla completa. Para obtener más 
información, consulte Aplicaciones compatibles con Amazon SageMaker Studio.

• Acceda a todos sus SageMaker recursos en un solo lugar. Studio muestra las instancias en 
ejecución en todas sus aplicaciones. 

• Acceda a todos los trabajos de formación en una sola vista, independientemente de si se 
programaron desde cuadernos o se iniciaron desde Amazon SageMaker JumpStart.

• Flujos de trabajo de implementación de modelos simplificados y administración y monitoreo de 
terminales directamente desde Studio. No necesita acceder a la SageMaker consola.

• Creación automática de todas las aplicaciones configuradas al incorporarlas a un dominio. Para 
obtener información sobre la incorporación a un dominio, consulteDescripción general SageMaker 
de Amazon Domain.

• Una SageMaker JumpStart experiencia mejorada en la que puede descubrir, importar, registrar, 
ajustar e implementar un modelo básico. Para obtener más información, consulte SageMaker 
JumpStart.
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Temas

• Migración desde Amazon SageMaker Studio Classic

• Lanza Amazon SageMaker Studio

• Descripción general de la interfaz de usuario de Amazon SageMaker Studio

• Aplicaciones compatibles con Amazon SageMaker Studio

• Espacios de Amazon SageMaker Studio

• Realizar tareas comunes

• Compatibilidad con el modo local en Amazon SageMaker Studio

• Ver y detener las instancias en ejecución

• Precios de Amazon SageMaker Studio

• Solución de problemas

Migración desde Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

SageMaker Actualmente, Amazon admite dos experiencias predeterminadas diferentes: la 
experiencia Amazon SageMaker Studio y la experiencia Amazon SageMaker Studio Classic. Para 
obtener información sobre las ventajas de la experiencia Studio, consulteAmazon SageMaker Studio.

• Para los clientes actuales, Amazon SageMaker Studio Classic es la experiencia predeterminada. 
Puede migrar a Amazon SageMaker Studio como experiencia predeterminada medianteAWS 
Command Line Interface. Para obtener más información sobre Studio Classic, consulteAmazon 
SageMaker Studio Clásico.

• Para los clientes nuevos, Studio es la experiencia predeterminada.
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Note

Si la experiencia Studio Classic está configurada como predeterminada, no tendrás acceso a 
las nuevas funciones de Studio. 

La migración a Studio desde Studio Classic la gestiona el administrador del dominio. Si no tienes 
permisos para configurar Studio como la experiencia predeterminada para tu dominio, ponte en 
contacto con el administrador.

En la siguiente página, se describen los pasos principales necesarios para migrar a Studio desde 
Studio Classic, para hacer que Studio sea la experiencia predeterminada para tu dominio. También 
se muestra cómo volver a la experiencia de Studio Classic como predeterminada. 

Temas

• Requisitos previos

• Establezca Studio como la experiencia predeterminada

• Limite el acceso a las aplicaciones predeterminadas en Studio

• Actualice su política de CORS para acceder a los buckets de Amazon S3

• Migre los flujos de trabajo de Studio Classic a JupyterLab

• Vuelva a la experiencia de Studio Classic

Requisitos previos

Se requieren los siguientes requisitos previos para migrar de Amazon SageMaker Studio Classic a la 
experiencia de Amazon SageMaker Studio con AWS Command Line Interface (AWS CLI).

• AWS CLIActualícela siguiendo los pasos que se indican en Instalar o actualizar la última versión 
de. AWS CLI

• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.
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Establezca Studio como la experiencia predeterminada

Los administradores pueden hacer que Studio sea la experiencia predeterminada al crear un dominio 
desde la SageMaker consola o desdeAWS CLI. Para obtener más información sobre cómo configurar 
la experiencia predeterminada al crear un dominio, consulteDescripción general SageMaker de 
Amazon Domain. Si haces que Studio sea la experiencia predeterminada para el dominio, Studio 
será la experiencia predeterminada para todos los usuarios del dominio.

Los administradores solo pueden cambiar la experiencia predeterminada al actualizar un dominio 
mediante AWS CLI oAWS CloudFormation. Para obtener información sobre el recurso de dominio 
que admiteAWS CloudFormation, consulte AWS:SageMaker: :Domain.

Puedes configurar Studio como la experiencia predeterminada al crear o actualizar un dominio 
desde. AWS CLI Para ello, pasa el StudioWebPortal valor a la llamada create-domain o update-
domain como parte del parámetro. default-user-settings 

StudioWebPortalindica si la nueva experiencia de Studio está disponible para los usuarios. Si
StudioWebPortal se establece enDISABLED, los usuarios no pueden acceder a Studio en el 
dominio. Solo podrán usar Studio Classic.

El siguiente ejemplo de código muestra cómo usar el StudioWebPortal valor:

aws sagemaker update-domain \
--domain-id domain-id \
--region region \
--default-user-settings '
{ 
    "StudioWebPortal": "ENABLED", 
    "DefaultLandingUri": "studio::"
}
'

Note

La versión de Studio incluye actualizaciones de las políticas AWS administradas. Para 
obtener más información, consulte SageMaker Actualizaciones de las políticas AWS 
gestionadas.
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Limite el acceso a las aplicaciones predeterminadas en Studio

Como Studio muestra un conjunto ampliado de aplicaciones, es posible que los usuarios tengan 
acceso a aplicaciones que no se mostraban antes. Los administradores pueden limitar el acceso a 
estas aplicaciones predeterminadas mediante la creación de una política AWS Identity and Access 
Management (IAM) que deniegue el acceso a ellas. A continuación, la política debe adjuntarse a la 
función de ejecución del dominio o perfil de usuario, como se muestra en el siguiente procedimiento.

1. Cree una política con el siguiente contenido siguiendo los pasos que se indican en Creación de 
políticas de IAM:

{   
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AllowSageMakerCreateAppOperations", 
      "Effect": "Allow", 
      "Action": "sagemaker:CreateApp", 
      "Resource": "*" 
    }, 
    { 
      "Sid": "DenySageMakerCreateApp", 
      "Effect": "Deny", 
      "Action": "sagemaker:CreateApp", 
      "Resource": "arn:aws:sagemaker:region:555555555555:app/domain-id/user-
profile-name/app-type/*" 
    } 
  ]
}

2. Adjunte la política a la función de ejecución del dominio o perfil de usuario al que desee denegar 
el acceso. Para obtener instrucciones, sigue los pasos que se indican en Añadir permisos de 
identidad de IAM (consola). 

Actualice su política de CORS para acceder a los buckets de Amazon S3

En Studio Classic, los usuarios pueden crear, enumerar y cargar archivos en buckets de 
Amazon Simple Storage Service (Amazon S3). Para ofrecer la misma experiencia en Studio, los 
administradores deben adjuntar una configuración de uso compartido de recursos entre orígenes
(CORS) al bucket de Amazon S3. Esto es obligatorio porque Studio realiza llamadas a Amazon 
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S3 desde el navegador de Internet. El navegador invoca CORS en nombre de los usuarios. Como 
resultado, todas las solicitudes a los buckets de Amazon S3 fallan a menos que la política CORS 
esté asociada a Amazon S3. 

Esto solo es necesario si ya existe un bucket predeterminado de Amazon S3 que no tiene adjunta la 
política CORS correcta. Si no existe un bucket predeterminado de Amazon S3, SageMaker crea un 
bucket de Amazon S3 con la política CORS correcta adjunta.

El siguiente procedimiento muestra cómo añadir una configuración CORS a un bucket de Amazon 
S3.

Para añadir una configuración CORS a un bucket de Amazon S3

1. Compruebe que haya un bucket de Amazon S3 en la misma región que su dominio con el 
siguiente nombre. Para obtener instrucciones, consulte Visualización de las propiedades de un 
bucket de Amazon S3.

sagemaker-region-accountId

2. Añada una configuración CORS con el siguiente contenido al bucket predeterminado de Amazon 
S3. Para obtener instrucciones, consulte Configurar el uso compartido de recursos entre 
orígenes (CORS).

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "POST", 
            "PUT", 
            "GET", 
            "HEAD", 
            "DELETE" 
        ], 
        "AllowedOrigins": [ 
            "https://*.sagemaker.aws" 
        ], 
        "ExposeHeaders": [ 
            "ETag", 
            "x-amz-delete-marker", 
            "x-amz-id-2", 
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            "x-amz-request-id", 
            "x-amz-server-side-encryption", 
            "x-amz-version-id" 
        ] 
    }
] 

Migre los flujos de trabajo de Studio Classic a JupyterLab

La migración de los flujos de trabajo de la aplicación Studio Classic a la JupyterLab aplicación implica 
dos procesos distintos:

1. Configurar Studio como la experiencia predeterminada.

2. Mover datos y flujos de trabajo de Studio Classic a la JupyterLab aplicación.

Studio Classic y Studio utilizan dos tipos diferentes de volúmenes de almacenamiento. Studio Classic 
utiliza un único volumen de Amazon Elastic File System (Amazon EFS) para todos los datos de 
la aplicación. En Studio, cada aplicación tiene su propio volumen de Amazon Elastic Block Store 
(Amazon EBS).

SageMaker no transfiere automáticamente los datos entre estos dos tipos de volúmenes al actualizar 
la experiencia predeterminada de un dominio existente. Como resultado, los datos almacenados en 
un volumen de Amazon EBS o Amazon EFS permanecen en ese volumen. Si un usuario con datos 
en Studio Classic accede a Studio, cuando cambie la experiencia predeterminada, no verá esos 
datos en JupyterLab Amazon EBS.

Para obtener más información sobre la migración de flujos de trabajo de Studio Classic a JupyterLab, 
consulte. Migración de SageMaker Studio Classic a SageMaker Studio

Vuelva a la experiencia de Studio Classic

Puedes volver a Studio Classic como experiencia predeterminada al crear o actualizar un dominio. 
Para ello, pasa DISABLED el valor de StudioWebPortal a la llamada create-domain o update-
domain como parte del parámetro. default-user-settings 

StudioWebPortalindica si la nueva experiencia de Studio está disponible para los usuarios. Si
StudioWebPortal se establece enDISABLED, los usuarios no pueden acceder a Studio en el 
dominio. Solo podrán usar Studio Classic.
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Lanza Amazon SageMaker Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

Los temas de esta página muestran cómo lanzar Amazon SageMaker Studio desde la SageMaker 
consola de Amazon y el AWS Command Line Interface (AWS CLI).

Temas

• Requisitos previos

• Lanzamiento desde la SageMaker consola de Amazon

• Lánzalo con AWS CLI

Requisitos previos

Antes de comenzar, complete los siguientes requisitos previos:

• Incorpórate a un SageMaker dominio con acceso a Studio. Si no tienes permisos para 
configurar Studio como la experiencia predeterminada para tu dominio, ponte en contacto con 
el administrador. Para obtener más información, consulte Descripción general SageMaker de 
Amazon Domain.

• Actualice la AWS CLI según los pasos que se indican en Installing the current AWS CLI Version.

• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

Lanzamiento desde la SageMaker consola de Amazon

Complete el siguiente procedimiento para iniciar Studio desde la SageMaker consola de Amazon.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.
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2. En el panel de navegación izquierdo, selecciona Studio.

3. En la página de inicio de Studio, selecciona el dominio y el perfil de usuario para iniciar Studio.

4. Seleccione Abrir Studio.

5. Para iniciar Studio, selecciona Launch personal Studio.

Lánzalo con AWS CLI

En esta sección se muestra cómo iniciar Studio conAWS CLI. El procedimiento para acceder a 
Studio mediante el AWS CLI depende de si el dominio utiliza la autenticación AWS Identity and 
Access Management (IAM) o la AWS IAM Identity Center autenticación. Puedes usarlo AWS CLI 
para iniciar Studio creando una URL de dominio prefirmada cuando tu dominio utilice la autenticación 
de IAM. Para obtener información sobre cómo iniciar Studio con la autenticación del Centro de 
Identidad de IAM, consulte. Incorporación personalizada a Amazon SageMaker Domain mediante 
IAM Identity Center

Inicie si Studio es la experiencia predeterminada

En el siguiente fragmento de código, se muestra cómo iniciar Studio desde una URL de AWS CLI 
dominio prefirmada si Studio es la experiencia predeterminada. Para obtener más información, 
consulte. create-presigned-domain-url

aws sagemaker create-presigned-domain-url \
--region region \
--domain-id domain-id \
--user-profile-name user-profile-name \
--session-expiration-duration-in-seconds 43200

Lánzalo si Amazon SageMaker Studio Classic es tu experiencia predeterminada

El siguiente fragmento de código muestra cómo lanzar Studio desde una URL de AWS CLI dominio 
prefirmada si Studio Classic es la experiencia predeterminada. Para obtener más información, 
consulte. create-presigned-domain-url

aws sagemaker create-presigned-domain-url \
--region region \
--domain-id domain-id \
--user-profile-name user-profile-name \
--session-expiration-duration-in-seconds 43200 \
--landing-uri studio::
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Descripción general de la interfaz de usuario de Amazon SageMaker Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

La interfaz de usuario de Amazon SageMaker Studio se divide en tres partes distintas.

• Barra de navegación: esta sección de la interfaz de usuario incluye la URL, las rutas de 
navegación, las notificaciones y las opciones de usuario.

• Panel de navegación: esta sección de la interfaz de usuario incluye una lista de las aplicaciones 
compatibles con Studio y opciones para los principales flujos de trabajo de Studio.

• Panel de contenido: el área de trabajo principal que muestra la página actual de la interfaz de 
usuario de Studio que has abierto.
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Temas

• Barra de navegación de Amazon SageMaker Studio

• Panel de navegación de Amazon SageMaker Studio

• Panel de contenido de Studio

Barra de navegación de Amazon SageMaker Studio

La barra de navegación de la interfaz de usuario de Studio incluye la URL, las rutas de navegación, 
las notificaciones y las opciones de usuario.

Estructura de URL

La URL de Studio cambia a medida que navega por la interfaz de usuario. Al navegar a otra página 
de la interfaz de usuario, la URL cambia para reflejar esa página. Con la URL actualizada, puede 
abrir cualquier página de la interfaz de usuario de Studio directamente sin tener que ir primero a la 
página de destino.

Migas de pan

A medida que navega por la interfaz de usuario de Studio, las migas de pan realizan un seguimiento 
de las páginas principales de la página actual. Al elegir una de estas rutas de navegación, puedes ir 
a las páginas principales de la interfaz de usuario.

Notificaciones

La sección de notificaciones de la interfaz de usuario proporciona información sobre los cambios 
importantes en Studio, las actualizaciones de las aplicaciones y los problemas que hay que resolver.

Opciones de usuario

Las opciones de usuario 

( ) 
proporcionan información sobre el perfil de usuario que utiliza Studio actualmente y ofrecen la opción 
de cerrar sesión en Studio. 

Panel de navegación de Amazon SageMaker Studio

Panel de navegación
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El panel de navegación de la interfaz de usuario incluye una lista de las aplicaciones compatibles con 
Studio. También ofrece opciones para los principales flujos de trabajo de Studio.

Esta sección de la interfaz de usuario se puede usar expandida o contraída. Para 
cambiar si la sección está expandida o contraída, seleccione el icono de contracción 

( ).

Aplicaciones

La sección de aplicaciones muestra las aplicaciones que están disponibles en Studio. Si elige uno de 
los tipos de aplicaciones, se le redirigirá a la página de destino de esa aplicación.

Flujos de trabajo

La lista de flujos de trabajo incluye todas las acciones disponibles que puede realizar en Studio. Elige 
una de las opciones para ir a la página de destino de ese flujo de trabajo. Si hay varios flujos de 
trabajo disponibles para esa opción, al seleccionar la opción se abre un menú desplegable en el que 
puede seleccionar la página de destino que desee.

En la siguiente lista se describen las opciones y se proporciona un enlace para obtener más 
información.

• Inicio: la página de destino principal con una descripción general, los primeros pasos y las 
novedades.

• Instancias en ejecución: todas las instancias que se están ejecutando actualmente en Studio. Para 
obtener más información, consulte Ver y detener las instancias en ejecución.

• Datos: opciones de preparación de datos en las que puedes colaborar para almacenar, explorar, 
preparar, transformar y compartir tus datos. 

• Para obtener más información sobre Amazon SageMaker Data Wrangler, consulte. Preparación 
de los datos

• Para obtener más información sobre Amazon SageMaker Feature Store, consulteCrea, 
almacena y comparte funciones con Amazon SageMaker Feature Store.

• Para obtener más información sobre los clústeres de Amazon EMR, consulte. Preparar los datos 
con Amazon EMR

• Automático ML: cree, entrene, ajuste e implemente modelos de aprendizaje automático (ML) de 
forma automática. Para obtener más información, consulte Amazon SageMaker Lienzo.
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• Experimentos: cree, gestione, analice y compare sus experimentos de aprendizaje automático 
utilizandoAmazon SageMaker Experiments. Para obtener más información, consulteGestione el 
aprendizaje automático con Amazon SageMaker Experiments.

• Trabajos: vea los trabajos creados en Studio. 

• Para obtener más información sobre la formación, consulteFormación de un modelo de machine 
learning.

• Para obtener más información sobre la evaluación de modelos, consulteUtilice SageMaker 
Clarify para evaluar los modelos básicos.

• Pipelines: automatice su flujo de trabajo de aprendizaje automático con Amazon SageMaker Model 
Building Pipelines, que proporciona recursos para ayudarlo a crear, rastrear y administrar sus 
recursos de canalización. Para obtener más información, consulte Amazon SageMaker Model 
Building Pipelines.

• Modelos: organice sus modelos en grupos y colecciones en el registro de modelos, donde podrá 
administrar las versiones de los modelos, ver los metadatos e implementar los modelos en 
producción. Para obtener más información, consulte Registro e implementación de modelos con el 
registro de modelos.

• JumpStart— Amazon SageMaker JumpStart proporciona modelos de código abierto previamente 
entrenados para una amplia gama de tipos de problemas para ayudarte a empezar con el 
aprendizaje automático. Para obtener más información, consulte. SageMaker JumpStart

• Implementaciones: implemente sus modelos de aprendizaje automático (ML) para realizar 
inferencias.

• Para obtener más información sobre Amazon SageMaker Inference Recommender, consulte.
Recomendador de SageMaker inferencias de Amazon

• Para obtener más información sobre los puntos de enlace, consulte. Implementar modelos para 
inferencia

Panel de contenido de Studio

El área de trabajo principal también se denomina panel de contenido. Muestra la página actual de la 
interfaz de usuario de Studio que ha abierto.

Página de inicio de Studio

La página de inicio de Studio es la página de destino principal del área de trabajo principal. La página 
de inicio incluye dos pestañas distintas. Hay una pestaña de descripción general y una pestaña de
introducción.
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Información general

La pestaña Descripción general incluye opciones para abrir espacios para los tipos de aplicaciones 
más populares, empezar a utilizar soluciones prediseñadas y automatizadas para los flujos de trabajo 
de aprendizaje automático y enlaces a tareas habituales de la interfaz de usuario de Studio.

Introducción

La pestaña Primeros pasos incluye información, orientación y recursos sobre cómo empezar a usar 
Studio. Incluye una visita guiada a la interfaz de usuario de Studio, un enlace a la documentación 
sobre Studio y una selección de consejos rápidos.

Aplicaciones compatibles con Amazon SageMaker Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

Amazon SageMaker Studio es compatible con las siguientes aplicaciones:

• Editor de código, basado en Code-OSS, Visual Studio Code (código abierto) ofrece un entorno 
de desarrollo integrado (IDE) ligero y potente con atajos conocidos, terminal y funciones de 
depuración y herramientas de refactorización avanzadas. Se trata de una aplicación de Studio 
basada en navegador y totalmente gestionada. Para obtener más información, consulte Cómo 
empezar a usar el editor de código en Amazon SageMaker Studio.

• Amazon SageMaker Studio Classic: Amazon SageMaker Studio Classic es un IDE basado en web 
para el aprendizaje automático. Con Studio Classic, puede crear, entrenar, depurar, implementar 
y monitorear sus modelos de aprendizaje automático. Para obtener más información, consulte
Amazon SageMaker Studio Clásico.

• JupyterLab— JupyterLab ofrece un conjunto de funciones que amplían la oferta de portátiles 
totalmente gestionados. Incluye núcleos que se inician en cuestión de segundos, un tiempo de 
ejecución preconfigurado con la ciencia de datos más popular, marcos de aprendizaje automático 
y almacenamiento en bloques de alto rendimiento. Para obtener más información, consulte
SageMaker JupyterLab.
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• Amazon SageMaker Canvas: con SageMaker Canvas, puede utilizar el aprendizaje automático 
para generar predicciones sin necesidad de escribir código. Con Canvas, puede chatear con 
modelos de lenguaje de gran tamaño (LLM) populares, acceder a ready-to-use modelos o crear un 
modelo personalizado que se base en sus datos. Para obtener más información, consulte Amazon 
SageMaker Lienzo.

• RStudio: RStudio es un entorno de desarrollo integrado para R. Incluye una consola y un editor 
de resaltado de sintaxis que admite la ejecución directa del código. También incluye herramientas 
para el trazado, el historial, la depuración y la gestión del espacio de trabajo. Para obtener más 
información, consulte RStudio en Amazon SageMaker.

Espacios de Amazon SageMaker Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

Los espacios se utilizan para gestionar las necesidades de almacenamiento y recursos de algunas 
aplicaciones de Amazon SageMaker Studio. Cada espacio tiene una relación 1:1 con una instancia 
de una aplicación. Cada aplicación compatible que se crea tiene su propio espacio. Las siguientes 
aplicaciones de Studio se ejecutan en espacios:

• Cómo empezar a usar el editor de código en Amazon SageMaker Studio

• SageMaker JupyterLab

• Amazon SageMaker Studio Clásico

Un espacio se compone de los siguientes recursos:

• Un volumen de almacenamiento.

• En Studio Classic, el espacio está conectado al volumen compartido de Amazon Elastic File 
System (Amazon EFS) del dominio.
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• Para otras aplicaciones, se adjunta al espacio un volumen distinto de Amazon Elastic Block 
Store (Amazon EBS). A todas las solicitudes se les asigna su propio volumen de Amazon EBS. 
Las aplicaciones no tienen acceso al volumen de Amazon EBS de otras aplicaciones. Para 
obtener más información sobre los volúmenes de Amazon EBS, consulte Amazon Elastic Block 
Store (Amazon EBS).

• El tipo de aplicación del espacio.

• La imagen en la que se basa la aplicación.

Los espacios pueden ser privados o compartidos:

• Privado: los espacios privados están destinados a un único usuario de un dominio. Los espacios 
privados no se pueden compartir con otros usuarios. Todas las aplicaciones que admiten espacios 
también admiten espacios privados.

• Compartido: todos los usuarios del dominio pueden acceder a los espacios compartidos. Solo 
Studio Classic admite espacios compartidos. Para obtener más información sobre los espacios 
compartidos, consulte Colaboración con espacios compartidos.

Los espacios se pueden crear en dominios que utilizan la autenticación AWS IAM Identity Center 
o la autenticación AWS Identity and Access Management (IAM). En las siguientes secciones se 
proporciona información general sobre cómo acceder a los espacios. Para obtener información 
específica sobre cómo crear un espacio y acceder a él, consulte la documentación del tipo de 
aplicación correspondiente al espacio que va a crear.

Temas

• Acceda a los espacios

Acceda a los espacios

En las siguientes secciones se muestra cómo acceder a la lista de espacios asociados al perfil de 
usuario en el dominio. 

Acceder a los espacios desde la SageMaker consola de Amazon

Para acceder a los espacios desde la SageMaker consola de Amazon

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.
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2. En Configuraciones de administración, elija Dominios.

3. En la lista de dominios, selecciona el dominio que contiene los espacios.

4. En la página de detalles del dominio, seleccione la pestaña Administración del espacio. Para 
obtener más información sobre la administración de espacios, consulteColaboración con 
espacios compartidos.

5. En la lista de espacios de ese dominio, seleccione el espacio que desee abrir.

6. Elija Launch Studio como espacio que desee lanzar.

Acceder a los espacios desde Studio

Siga estos pasos para acceder a los espacios desde Studio para un tipo de aplicación específico.

Para acceder a los espacios desde Studio

1. Abre Studio siguiendo los pasos que se indican a continuaciónLanza Amazon SageMaker 
Studio.

2. Seleccione el tipo de aplicación con los espacios a los que desee acceder.

Acceder a los espacios mediante el AWS CLI

En las siguientes secciones, se muestra cómo acceder a un espacio desde AWS Command Line 
Interface (AWS CLI). Los procedimientos son para los dominios que utilizan AWS Identity and Access 
Management (IAM) o AWS IAM Identity Center autenticación.

Autenticación de IAM

En general, el siguiente procedimiento describe cómo acceder a un espacio mediante la 
autenticación de IAM desde. AWS CLI

1. Cree una URL de dominio prefirmada que especifique el nombre del espacio al que desea 
acceder.

aws \ 
    --region region \ 
    sagemaker \ 
    create-presigned-domain-url \ 
    --domain-id domain-id \ 
    --user-profile-name user-profile-name \ 
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    --space-name space-name

2. Navegue hasta la URL.

Acceder a un espacio en la autenticación del Centro de Identidad de IAM

El siguiente procedimiento describe cómo acceder a un espacio mediante la autenticación del Centro 
de Identidad de IAM desde. AWS CLI

1. Utilice el siguiente comando para devolver la URL asociada al espacio.

aws \ 
    --region region \ 
    sagemaker \ 
    describe-space \ 
    --domain-id domain-id \ 
    --space-name space-name

2. Añada el parámetro de redireccionamiento correspondiente al tipo de aplicación a la URL 
que se va a federar a través del IAM Identity Center. Para obtener más información sobre los 
parámetros de redireccionamiento, consulte describe-space.

3. Navegue hasta la URL que desee federar a través del Centro de identidades de IAM.

Realizar tareas comunes

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

En las siguientes secciones se describe cómo realizar tareas habituales en Amazon SageMaker 
Studio. Para obtener información general de la interfaz de Studio, consulte Descripción general de la 
interfaz de usuario de Amazon SageMaker Studio.

Configura las preferencias de cookies
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1. Inicie Studio siguiendo los pasos que se indican a continuaciónLanza Amazon SageMaker 
Studio.

2. En la parte inferior de la interfaz de usuario de Studio, selecciona Preferencias de cookies.

3. Selecciona la casilla de verificación de cada tipo de cookie que quieras SageMaker que utilice 
Amazon.

4. Elija Guardar preferencias.

Gestiona las notificaciones

Las notificaciones proporcionan información sobre los cambios importantes en Studio, las 
actualizaciones de las aplicaciones y los problemas que hay que resolver.

1. Abre Studio siguiendo los pasos que se indican a continuaciónLanza Amazon SageMaker 
Studio.

2. En la barra de navegación superior, selecciona el icono de notificaciones

( ).

3. En la lista de notificaciones, selecciona la notificación para obtener información sobre ella.

Deja un comentario

Nos tomamos muy en serio tus comentarios. Le animamos a que nos envíe sus comentarios.

En la parte superior de la barra de navegación de Studio, selecciona Enviar comentarios.

Cerrar sesión

Cerrar sesión en la interfaz de usuario de Studio no es lo mismo que cerrar la ventana del 
navegador. Al cerrar sesión, se borran los datos de la sesión del navegador y se eliminan los 
cambios no guardados.

Este mismo comportamiento también ocurre cuando se agota el tiempo de espera de la sesión de 
Studio. Esto ocurre después de 5 minutos.

1. Inicie Studio siguiendo los pasos que se indican a continuaciónLanza Amazon SageMaker 
Studio.

2. Seleccione el icono de opciones de usuario

( ).
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3. Elija Cerrar sesión.

4. En la ventana emergente, selecciona Cerrar sesión.

Compatibilidad con el modo local en Amazon SageMaker Studio

Las aplicaciones de Amazon SageMaker Studio admiten el uso del modo local para crear 
estimadores, procesadores y canalizaciones y, a continuación, implementarlos en un entorno local. El 
modo local permite a los usuarios probar los scripts de aprendizaje automático antes de ejecutarlos 
en los entornos gestionados SageMaker de formación o alojamiento de Amazon. Studio admite el 
modo local en las siguientes aplicaciones:

• Amazon SageMaker Studio Clásico

• JupyterLab

• Editor de código, basado en Code-OSS, Visual Studio Code: código abierto

El modo local en las aplicaciones de Studio se invoca mediante el SDK de SageMaker Python. El 
modo local en las aplicaciones de Studio funciona de forma similar al modo local en las instancias de 
Amazon SageMaker Notebook, con algunas diferencias. Para obtener más información sobre el uso 
del modo local con el SDK de SageMaker Python, consulte Modo local.

Note

Las aplicaciones de Studio no admiten trabajos con varios contenedores en modo local. 
Los trabajos en modo local se limitan a una sola instancia para los trabajos de formación, 
inferencia y procesamiento. Al crear un trabajo en modo local, la configuración del recuento 
de instancias debe ser1. 

Como parte de la compatibilidad con el modo local, las aplicaciones de Studio admiten capacidades 
de acceso limitado a Docker. Con este soporte, los usuarios pueden interactuar con la API de Docker 
desde los cuadernos de Jupyter o desde el terminal de imágenes de la aplicación. Los clientes 
pueden interactuar con Docker mediante una de las siguientes opciones:

• CLI de Docker

• CLI de Docker Compose

• clientes Docker SDK específicos para cada idioma
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Requisitos previos

Debe cumplir los siguientes requisitos previos para usar el modo local en las aplicaciones de Studio.

• Para extraer imágenes de un repositorio de Amazon Elastic Container Registry, la cuenta que aloja 
la imagen de Amazon ECR debe proporcionar permiso de acceso para la función de ejecución del 
usuario. La función de ejecución del dominio también debe permitir el acceso a Amazon ECR.

• Compruebe que está utilizando la última versión del SDK de Python de Studio mediante el 
siguiente comando: 

pip install -U sagemaker

• Para usar el modo local, así como las capacidades de Docker, debes configurar el siguiente 
parámetro del dominio DockerSettings mediante: AWS CLI 

EnableDockerAccess : ENABLED

• Con EnableDockerAccess él, también puedes controlar si los usuarios del dominio pueden 
usar el modo local. De forma predeterminada, el modo local y las funciones de Docker no están 
permitidas en las aplicaciones de Studio. Para obtener más información, consulte Configuración de
EnableDockerAccess.

• Instale la CLI de Docker en la aplicación Studio siguiendo los pasos que se indican. Instalación de 
Docker

Configuración de EnableDockerAccess

En las siguientes secciones se muestra cómo configurar EnableDockerAccess cuándo el dominio 
tiene acceso público a Internet o está en VPC-only modo.

Note

Los cambios se aplicarán EnableDockerAccess únicamente a las aplicaciones creadas 
después de actualizar el dominio. Debe crear una nueva aplicación después de actualizar el 
dominio.

Acceso público a internet

Compatibilidad con el modo local en Amazon SageMaker Studio 380



Amazon SageMaker Guía para desarrolladores

Los siguientes comandos de ejemplo muestran cómo configurar el EnableDockerAccess momento 
de crear un nuevo dominio o actualizar un dominio existente con acceso público a Internet.

# create new domain
aws --region region \ 
    sagemaker create-domain --domain-name domain-name \ 
    --vpc-id vpc-id \ 
    --subnet-ids subnet-ids \ 
    --auth-mode IAM \ 
    --default-user-settings "ExecutionRole=execution-role" \ 
    --domain-settings '{"DockerSettings": {"EnableDockerAccess": "ENABLED"}}' \ 
    --query DomainArn \ 
    --output text

# update domain
aws --region region \ 
    sagemaker update-domain --domain-id domain-id \ 
    --domain-settings-for-update '{"DockerSettings": {"EnableDockerAccess": 
 "ENABLED"}}'

Modo VPC-only

Cuando se utiliza un dominio en VPC-only modo, las solicitudes de inserción y extracción de 
imágenes de Docker se enrutan a través de la VPC del servicio en lugar de a través de la VPC 
configurada por el cliente. Gracias a esta funcionalidad, los administradores pueden configurar una 
lista de AWS cuentas de confianza a las que los usuarios pueden enviar solicitudes de operaciones 
de extracción y envío de Amazon ECR Docker. Si se envía una solicitud de inserción o extracción de 
imágenes de Docker a una AWS cuenta que no figura en la lista de AWS cuentas de confianza, la 
solicitud no se realizará correctamente. El modo no admite las operaciones de extracción y inserción 
de Docker fuera de Amazon ECR. VPC-only

De forma predeterminada, se confía en las siguientes AWS cuentas:

• La cuenta que aloja el SageMaker dominio.

• SageMaker cuentas que alojan las siguientes SageMaker imágenes:

• • Imágenes del marco de DLC

• Imágenes de procesamiento de Sklearn, Spark y XGBoost

Para configurar una lista de AWS cuentas de confianza adicionales, debe especificar el
VpcOnlyTrustedAccounts valor de la siguiente manera:
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aws --region region \ 
    sagemaker update-domain --domain-id domain-id \ 
    --domain-settings-for-update '{"DockerSettings": {"EnableDockerAccess": "ENABLED", 
 "VpcOnlyTrustedAccounts": ["account-list"]}}'

Soporte de Docker

Studio también admite capacidades de acceso limitado a Docker con las siguientes restricciones:

• No se admite el uso de redes Docker.

• No se admite el uso del volumen de Docker durante la ejecución del contenedor. Solo se permiten 
entradas de montaje con enlaces de volumen durante la organización de contenedores. Las 
entradas de montaje del enlace de volumen deben estar ubicadas en el volumen Amazon Elastic 
File System para Studio Classic o en el volumen Amazon Elastic Block Store para JupyterLab las 
aplicaciones Code Editor.

• Se permiten las operaciones de inspección de contenedores.

• No se permite el mapeo del puerto del contenedor al host. Sin embargo, puede especificar un 
puerto para el alojamiento. A continuación, se puede acceder al punto final desde Studio mediante 
la siguiente URL.

http://localhost:port

Se admiten las operaciones de Docker

En la siguiente tabla se enumeran todos los puntos de conexión de la API de Docker compatibles con 
Studio, así como las limitaciones de compatibilidad. Studio no admite puntos de enlace de API que 
no estén listados en la tabla.

Documentación de la API Limitaciones 

SystemAuth

SystemEvents

SystemVersion

SystemPing
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Documentación de la API Limitaciones 

SystemPingHead

ContainerCreate • Los contenedores no se pueden ejecutar 
en el puente predeterminado de Docker 
ni en redes Docker personalizadas. Los 
contenedores se ejecutan en la misma red 
que el contenedor de aplicaciones de Studio.

• Los usuarios solo pueden usar el siguiente 
valor como nombre de red:sagemaker . Por 
ejemplo:

docker run --net sagemaker parameter 
-values

• Solo se permiten los montajes encuadern 
ados para el uso de volúmenes. El directori 
o de hosts debe estar en Amazon EFS 
para KernelGateway las aplicaciones o en 
Amazon EBS para otras aplicaciones.

• Los contenedores no se pueden ejecutar en 
modo privilegiado ni con privilegios seccomp 
elevados.

ContainerStart

ContainerStop

ContainerKill

ContainerDelete

ContainerList

ContainerLogs

ContainerInspect
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Documentación de la API Limitaciones 

ContainerWait

ContainerAttach

ContainerPrune

ContainerResize

ImageCreate VPC-onlyel soporte se limita a las imágenes 
de Amazon ECR en las cuentas incluidas en la 
lista de permitidos.

ImagePrune

ImagePush VPC-onlyel soporte se limita a las imágenes 
de Amazon ECR en las cuentas incluidas en la 
lista de permitidos.

ImageList

ImageInspect

ImageGet

ImageDelete

ImageBuild • VPC-onlyel soporte se limita a las imágenes 
de Amazon ECR en las cuentas incluidas en 
la lista de permitidos.

• Los usuarios solo pueden usar el siguiente 
valor para el nombre de la red:. sagemaker
Por ejemplo:

docker build --network 
 sagemaker parameter-values
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Instalación de Docker

Para usar Docker, debes instalar Docker manualmente desde el terminal de tu aplicación Studio. 

1. Navega hasta la terminal de la aplicación de Studio en la que deseas instalar Docker.

2. Instala Docker siguiendo las instrucciones de https://docs.docker.com/engine/install/ubuntu/ con 
las siguientes consideraciones:

• Instale Docker mediante el repositorio apt. Si se utilizan otros métodos para instalar Docker, 
se producirá un error.

• Cuando utilices Docker de Studio Classic, elimínalo sudo cuando ejecutes comandos porque 
el terminal ya se ejecuta en él. superuser

• Si los comandos encadenados fallan, ejecute los comandos de uno en uno.

• Studio solo es compatible con la versión de Docker. 20.10.X.

• Los siguientes paquetes no son necesarios para usar la CLI de Docker en Studio y se puede 
omitir su instalación:

• containerd.io

• docker-ce

Note

No necesita iniciar el servicio Docker en sus aplicaciones. La instancia que aloja la 
aplicación Studio ejecuta el servicio Docker de forma predeterminada. Todas las 
llamadas a la API de Docker se enrutan automáticamente a través del servicio de 
Docker.

3. Utilice el conector de Docker expuesto para las interacciones de Docker en las aplicaciones de 
Studio. De forma predeterminada, el siguiente conector está expuesto.

unix:///docker/proxy.sock

La siguiente variable de entorno de la aplicación Studio USER utiliza por defecto este conector 
expuesto.

DOCKER_HOST
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Ver y detener las instancias en ejecución

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

La página de instancias en ejecución proporciona información sobre todas las instancias de 
aplicaciones en ejecución que el usuario creó en Amazon SageMaker Studio o que se compartieron 
con el usuario.

En esta página, puede ver y detener la ejecución de las instancias de todas sus aplicaciones y 
espacios. Si una instancia está detenida, no aparecerá en esta página. Las instancias detenidas se 
pueden ver en la página de destino de sus respectivos tipos de aplicación.

Temas

• Visualización de los detalles de la aplicación

• Detenga una aplicación en ejecución

Visualización de los detalles de la aplicación

Puedes ver una lista de las aplicaciones en ejecución y sus detalles en Studio.

Para ver las instancias en ejecución

1. Inicie Studio siguiendo los pasos que se indican a continuaciónLanza Amazon SageMaker 
Studio.

2. En el panel de navegación izquierdo, selecciona Instancias en ejecución.

3. En la página Instancias en ejecución, puede ver una lista de aplicaciones en ejecución y detalles 
sobre esas aplicaciones.
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Detenga una aplicación en ejecución

Puede detener una aplicación en ejecución en Studio.

Para detener una aplicación en ejecución

1. Inicie Studio siguiendo los pasos que se indican a continuaciónLanza Amazon SageMaker 
Studio.

2. En la lista de instancias en ejecución, seleccione la aplicación que desee detener.

3. Seleccione el botón Detener de la aplicación.

Precios de Amazon SageMaker Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

El uso de la interfaz de usuario de Amazon SageMaker Studio no conlleva ningún coste adicional. 

Los siguientes gastos conllevan costes:

• Volúmenes de Amazon Elastic Block Store o Amazon Elastic File System que se montan con las 
aplicaciones.

• Todos los trabajos y recursos que los usuarios lanzan desde las aplicaciones de Studio.

• Iniciar una JupyterLab aplicación, aunque no haya ningún recurso o trabajo abierto en la 
aplicación.

Para obtener información sobre cómo se factura Amazon SageMaker Studio Classic, consultePrecios 
de Amazon SageMaker Studio Classic.

Para obtener más información sobre la facturación y ejemplos de precios, consulta Amazon 
SageMaker Pricing.
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Solución de problemas

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

En esta sección se muestra cómo solucionar problemas comunes en Amazon SageMaker Studio.

No se puede eliminar el editor de código basado en Code-OSS, código de código abierto o aplicación 
de Visual Studio JupyterLab

Este problema se produce cuando un usuario crea una aplicación desde Amazon SageMaker Studio 
que solo está disponible en Studio y, a continuación, vuelve a la experiencia clásica de Studio como 
predeterminada. Como resultado, el usuario no puede eliminar una aplicación de Code Editor si está 
basada en Code-OSS, Visual Studio Code (Open Source) o JupyterLab porque no puede acceder a 
la interfaz de usuario de Studio.

Para resolver este problema, notifique al administrador para que pueda eliminar la aplicación 
manualmente con la tecla AWS Command Line Interface ()AWS CLI.

Amazon SageMaker Studio Clásico

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Amazon SageMaker Studio Classic es un entorno de desarrollo integrado (IDE) basado en la web 
para el aprendizaje automático que le permite crear, entrenar, depurar, implementar y supervisar sus 
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modelos de aprendizaje automático. Studio Classic proporciona todas las herramientas que necesita 
para llevar sus modelos desde la preparación de datos hasta la experimentación y la producción, a la 
vez que aumenta su productividad. En una única interfaz visual unificada, los clientes pueden:

• Escribir y ejecutar código en cuadernos de Jupyter

• Preparar datos para el machine learning

• Crear y entrenar modelos de machine learning

• Implementar los modelos y monitorizar el rendimiento de sus predicciones

• Realizar el seguimiento y depurar los experimentos de machine learning

Para obtener información sobre los pasos de incorporación para iniciar sesión en Studio Classic, 
consulteDescripción general SageMaker de Amazon Domain.

Para conocer las AWS regiones compatibles con Studio Classic, consulteRegiones y cuotas 
admitidas.

Temas

• Características de Studio Classic

• Descripción general de la interfaz de usuario clásica de Amazon SageMaker Studio

• Inicie Amazon SageMaker Studio Classic

• JupyterLab Control de versiones

• Usa el Amazon SageMaker Studio Classic Launcher

• Colaboración con espacios compartidos

• Usa las libretas clásicas de Amazon SageMaker Studio

• Personaliza Amazon SageMaker Studio Classic

• Realice tareas habituales en Amazon SageMaker Studio Classic

• Precios de Amazon SageMaker Studio Classic

• Solución de problemas de Amazon SageMaker Studio Classic

Características de Studio Classic

Studio Classic incluye las siguientes funciones:

• SageMaker Piloto automático
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• SageMaker Aclare

• SageMaker Data Wrangler

• SageMaker Depurador

• SageMaker Experimentos

• SageMaker Tienda de artículos

• SageMaker JumpStart

• Amazon SageMaker Model Building Pipelines

• SageMaker Registro de modelos

• SageMaker Proyectos

• SageMakerCuadernos Studio Classic

• SageMaker Cuaderno universal Studio

Descripción general de la interfaz de usuario clásica de Amazon 
SageMaker Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Amazon SageMaker Studio Classic amplía las capacidades JupyterLab con recursos personalizados 
que pueden acelerar el proceso de Machine Learning (ML) al aprovechar la potencia de AWS la 
computación. Los usuarios anteriores de JupyterLab notarán la similitud de la interfaz de usuario. 
Las adiciones más destacadas se detallan en las secciones siguientes. Para obtener una descripción 
general de la JupyterLab interfaz original, consulte La JupyterLab interfaz.

La siguiente imagen muestra la vista predeterminada al lanzar Amazon SageMaker Studio 
Classic. El panel de navegación izquierdo muestra todas las categorías de funciones de 
nivel superior y hay una Página de inicio de Studio Classic abierta en el área de trabajo 
principal. Para volver a este punto central de orientación, seleccione el icono de Inicio
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( ) 
en cualquier momento y, a continuación, seleccione el nodo de Inicio en el menú de navegación.

Pruebe el cuaderno de introducción para obtener una guía práctica incluida en el producto sobre 
cómo configurar y familiarizarse con las funciones de Amazon SageMaker Studio Classic. En la 
sección Acciones rápidas de la página de inicio de Studio Classic, selecciona Abrir el cuaderno de 
introducción.

Note

Este capítulo se basa en la interfaz de usuario (UI) actualizada de Studio Classic, disponible 
en la versión JupyterLab 3 v5.38.x y superiores.

• Para recuperar tu versión de la interfaz de usuario de Studio Classic, desde el lanzador de 
Studio Classic, abre una terminal del sistema y, a continuación

1. Ejecute conda activate studio

2. Ejecute jupyter labextension list

3. Busque la versión que aparece después de @amzn/sagemaker-ui version en el 
resultado.
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• Para obtener información sobre la actualización de Amazon SageMaker Studio Classic, 
consulteCierre y actualice SageMaker Studio Classic.

Temas

• Página de inicio de Studio Classic

• Diseño de Studio Classic

Página de inicio de Studio Classic

La página de inicio proporciona acceso a tareas y flujos de trabajo comunes. En concreto, incluye 
una lista de acciones rápidas para tareas habituales, como Abrir lanzador, para crear libretas y otros 
recursos, o Importar y preparar datos de forma visual para crear un nuevo flujo en Data Wrangler. La 
página de Inicio también ofrece información sobre herramientas sobre los principales controles de la 
interfaz de usuario.

Las soluciones prediseñadas y automatizadas lo ayudan a empezar rápidamente con las soluciones 
SageMaker de bajo código, como Amazon SageMaker JumpStart y Autopilot.

En Flujos de trabajo y tareas, encontrará una lista de tareas relevantes para cada paso de su flujo de 
trabajo de machine learning que le llevará a la herramienta adecuada para cada tarea. Por ejemplo, 
si selecciona Transformar, analizar y exportar datos, accede a Amazon SageMaker Data Wrangler 
y abre el flujo de trabajo para crear un nuevo flujo de datos, o Ver todos los experimentos lo lleva a 
SageMaker Experimentos y abre la vista de lista de experimentos.

Tras el lanzamiento de Studio Classic, se abre la página de inicio en el área de 
trabajo principal. Para personalizar la página de SageMaker inicio, seleccione

Personalizar 
el diseño en la parte superior derecha de la pestaña de inicio.

Diseño de Studio Classic

La interfaz de Amazon SageMaker Studio Classic consta de una barra de menús en la parte superior, 
una barra lateral izquierda plegable que muestra una variedad de iconos, como el icono de inicio y 
el explorador de archivos, una barra de estado en la parte inferior de la pantalla y un área central
dividida horizontalmente en dos paneles. El panel izquierdo es un panel de navegación que se puede 
contraer. El panel derecho, o área de trabajo principal, contiene una o más pestañas para recursos 
como lanzadores, cuadernos, terminales, métricas y gráficos, y se puede dividir aún más.

Información general de la interfaz de usuario 392



Amazon SageMaker Guía para desarrolladores

Informe de un error en Studio Classic o elija el icono de notificación 

( ) 
para ver las notificaciones de Studio Classic, como las nuevas versiones de Studio Classic y las 
nuevas SageMaker funciones, en la esquina derecha de la barra de menús. Para actualizar a una 
nueva versión de Studio Classic, consulteCierra y actualiza las aplicaciones de SageMaker Studio 
Classic y Studio Classic.

En las siguientes secciones se describen las áreas principales de la interfaz de usuario de Studio 
Classic.

Barra lateral izquierda

La barra lateral izquierda incluye los siguientes iconos. Al pasar el cursor sobre un icono, aparece 
información sobre herramientas con el nombre del icono. Con un solo clic en un icono, se abre el 
panel de navegación izquierdo con la funcionalidad descrita. Al hacer doble clic, se minimiza el panel 
de navegación izquierdo.

Icono Descripción

Inicio

Seleccione el icono de inicio para abrir un menú de navegación de nivel 
superior en el panel de navegación izquierdo.

Con el menú de navegación de inicio, puede descubrir las herramientas 
adecuadas para cada paso de su flujo de trabajo de machine learning y 
navegar por ellas. El menú también proporciona atajos a soluciones de 
inicio rápido y recursos de aprendizaje, como documentación y tutoriales 
guiados.

En las categorías del menú se agrupan las funciones relevantes. Al 
elegir Datos, por ejemplo, se amplían las SageMaker capacidades 
relevantes para las tareas de preparación de datos. Desde aquí, puede 
preparar sus datos con Data Wrangler, crear y almacenar funciones 
de aprendizaje automático con Amazon SageMaker Feature Store y 
gestionar los clústeres de Amazon EMR para el procesamiento de datos 
a gran escala. Las categorías se ordenan siguiendo un flujo de trabajo 
de machine learning típico, desde la preparación de los datos hasta la 
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Icono Descripción

creación, el entrenamiento y la implementación de modelos de machine 
learning (datos, canalizaciones, modelos e implementaciones).

Al elegir un nodo específico (como Data Wrangler), se abre la página 
correspondiente en el área de trabajo principal.

Seleccione Inicio en el menú de navegación para abrir el Página de inicio 
de Studio Classic
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Icono Descripción

Explorador de archivos

El explorador de archivos muestra listas de los cuadernos, experimentos, 
pruebas, componentes de prueba, puntos de conexión y soluciones con 
poco código.

El hecho de que se encuentre en un espacio personal o compartido 
determinará quién tiene acceso a sus archivos. Puede identificar el tipo 
de espacio en el que se encuentra mirando la esquina superior derecha. 
Si está en una aplicación personal, verá el icono de un usuario seguido 
de [nombre_usuario] / Personal Studio y, si se encuentra en un 
espacio colaborativo, verá un icono de globo terráqueo seguido de 
“[nombre_usuario] / [nombre_espacio]”.

• Aplicación Personal Studio Classic: un directorio privado de Amazon 
EFS al que solo usted puede acceder.

• Espacio colaborativo: un directorio de Amazon EFS compartido con 
otros miembros de su equipo para el acceso en grupo a cuadernos y 
recursos. Trabajar en un espacio compartido permite la colaboración 
en equipo en tiempo real en cuadernos.

• Lanzador de Studio Classic: selecciona el signo más (+) en el menú 
de la parte superior del explorador de archivos para abrir Amazon 
SageMaker Studio Classic Launcher.

• Cargar archivos: selecciona el icono Cargar archivos

( ) 
para añadir archivos a Studio Classic o arrástralos y suéltalos desde tu 
escritorio.

• Abrir archivos: haga doble clic en un archivo para abrirlo en una 
pestaña nueva o haga clic con el botón derecho y seleccione Abrir.
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Icono Descripción

• Administración de paneles: para trabajar en archivos adyacentes, elija 
una ficha que contenga un cuaderno, un archivo Python o un archivo 
de texto y, a continuación, elija Nueva vista para archivo.

Para las entradas jerárquicas, una ruta de navegación seleccionable en 
la parte superior del explorador muestra su ubicación en la jerarquía.

Inspector de propiedades

El Inspector de propiedades es un inspector de herramientas de celda de 
cuaderno que, cuando está abierto, muestra la configuración contextual 
de las propiedades.

Ejecución de terminales y kernels

Puede consultar la lista de todos los kernels y terminales que se 
ejecutan actualmente en todos los cuadernos, consolas de códigos 
y directorios. Puede cerrar recursos individuales, incluidos portátiles, 
terminales, kernels, aplicaciones e instancias. También puede cerrar 
todos los recursos de una de estas categorías al mismo tiempo.

Para obtener más información, consulte Cierre de recursos.

Git

Puede conectarse a un repositorio Git y luego acceder a una gama 
completa de herramientas y operaciones de Git.

Para obtener más información, consulte Clonar un repositorio de Git en 
SageMaker Studio Classic.

Información general de la interfaz de usuario 396



Amazon SageMaker Guía para desarrolladores

Icono Descripción

Índice

Puede navegar por la estructura de un documento cuando hay un 
cuaderno o archivos de Python abiertos.
Una tabla de contenido se genera automáticamente en el panel de 
navegación izquierdo al abrir un cuaderno, archivos Markdown o 
archivos Python. Se puede hacer clic en las entradas y desplazar el 
documento hasta el encabezado en cuestión.

Extensiones

Puedes activar y administrar JupyterLab extensiones de terceros. 
Puede comprobar las extensiones ya instaladas y buscarlas escribien 
do su nombre en la barra de búsqueda. Cuando haya encontrado la 
extensión que quiera instalar, seleccione Instalar. Tras instalar las 
nuevas extensiones, asegúrate de reiniciarlas JupyterLab actualizando el 
navegador.

Para obtener más información, consulta la documentación JupyterLab de 
extensiones.

Panel de navegación izquierdo

El contenido del panel de navegación izquierdo varía según el icono seleccionado en la barra lateral 
izquierda.

Por ejemplo, al seleccionar el icono de Inicio se muestra el menú de navegación. Al seleccionar el
Explorador de archivos, se muestran todos los archivos y directorios disponibles en su espacio de 
trabajo (cuadernos, experimentos, flujos de datos, ensayos, componentes de prueba, puntos de 
conexión o soluciones con poco código).

En el menú de navegación, al seleccionar un nodo, aparecerá la página de la función 
correspondiente en el área de trabajo principal. Por ejemplo, si selecciona Data Wrangler en el menú
Datos, se abre la pestaña Data Wrangler con todos los flujos existentes.
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Área de trabajo principal

El área de trabajo principal consta de varias pestañas que contienen los cuadernos y terminales 
abiertos, así como información detallada sobre los experimentos y puntos de conexión. En el área 
de trabajo principal, puede organizar los documentos (como cuadernos y archivos de texto) y otras 
actividades (como terminales y consolas de códigos) en paneles de pestañas que puede cambiar 
de tamaño o subdividir. Arrastre una pestaña hasta el centro de un panel de pestañas para moverla 
al panel. Para subdividir un panel de pestañas, arrastre una pestaña hacia la izquierda, la derecha, 
la parte superior o la parte inferior del panel. La pestaña de la actividad actual está marcada con un 
borde superior coloreado (en color azul, de forma predeterminada).

Note

Todas las páginas de funciones ofrecen ayuda contextual integrada en el producto. Para 
acceder a la ayuda, seleccione Mostrar información. La interfaz de ayuda proporciona una 
breve introducción a la herramienta y enlaces a recursos adicionales, como vídeos, tutoriales 
o blogs.

Inicie Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Una vez que se haya incorporado a un SageMaker dominio de Amazon, puede lanzar una aplicación 
Amazon SageMaker Studio Classic desde la SageMaker consola o desde. AWS CLI Para obtener 
más información sobre cómo añadir un dominio, consulte Descripción general SageMaker de 
Amazon Domain.

Temas

• Inicie Studio Classic con Amazon SageMaker Console

• Inicie Studio Classic con el AWS CLI
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Inicie Studio Classic con Amazon SageMaker Console

El proceso para navegar a Studio Classic desde la SageMaker consola de Amazon varía en 
función de si Studio Classic o Amazon SageMaker Studio están configuradas como la experiencia 
predeterminada para tu dominio. Para obtener más información sobre cómo configurar la experiencia 
predeterminada para tu dominio, consultaMigración desde Amazon SageMaker Studio Classic.

Temas

• Requisito previo

Requisito previo

Para completar este procedimiento, debes incorporarte a un dominio siguiendo los pasos que se 
indican en Incorporar un SageMaker dominio de Amazon.

Abre Studio Classic si Studio es tu experiencia predeterminada

1. Ve a Studio siguiendo los pasos que se indicanLanza Amazon SageMaker Studio.

2. En la interfaz de usuario de Studio, busca el panel de aplicaciones en la parte izquierda.

3. En el panel de aplicaciones, selecciona Studio Classic.

4. En la página de inicio de Studio Classic, seleccione la instancia de Studio Classic que desee 
abrir.

5. Selecciona «Abrir».

Inicie Studio Classic con el AWS CLI

Puede usar AWS Command Line Interface (AWS CLI) para lanzar Amazon SageMaker Studio 
Classic mediante la creación de una URL de dominio prefirmada.

Requisitos previos 

Antes de comenzar, complete los siguientes requisitos previos:

• Incorporado a Amazon SageMaker Domain. Para obtener más información, consulta Cómo
incorporarse a Amazon SageMaker Domain.

• Actualice la AWS CLI según los pasos que se indican en Installing the current AWS CLI Version.
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• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

El siguiente fragmento de código muestra cómo lanzar Amazon SageMaker Studio Classic desde 
una URL de AWS CLI dominio prefirmada. Para obtener más información, consulte. create-
presigned-domain-url

aws sagemaker create-presigned-domain-url \
--region region \
--domain-id domain-id \
--space-name space-name \
--user-profile-name user-profile-name \
--session-expiration-duration-in-seconds 43200

JupyterLab Control de versiones

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

La interfaz Amazon SageMaker Studio Classic se basa en JupyterLab, que es un entorno de 
desarrollo interactivo basado en la web para cuadernos, código y datos. Studio Classic ahora admite 
el uso de JupyterLab 1 y JupyterLab 3. La versión predeterminada JupyterLab de Studio Classic es la 
JupyterLab 3. Si creaste tu SageMaker dominio de Amazon y tu perfil de usuario AWS Management 
Console antes del 31/08/2022 o AWS Command Line Interface antes del 22/02/23, tu instancia de 
Studio Classic tendrá el valor predeterminado de 1. JupyterLab A partir del 31/08/2022, JupyterLab 
la versión 1 de Amazon SageMaker Studio Classic solo recibirá correcciones de seguridad. Puede 
elegir la versión que quiera ejecutar. Sin embargo, solo puede ejecutar una instancia JupyterLab a la 
vez por perfil de usuario. No puede ejecutar varias versiones de JupyterLab simultáneamente.

Después del 31 de marzo de 1923, Studio Classic solo admite la creación de JupyterLab 3 
aplicaciones. Después de esa fecha, Studio Classic deja de admitir la creación de JupyterLab 1 
aplicación. El 30 de abril de 2023, Studio Classic eliminará todas las aplicaciones existentes que 
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ejecuten JupyterLab 1. Actualice las JupyterLab 1 aplicaciones existentes a JupyterLab 3 antes del 
30 de abril de 2023 siguiendo los pasos que se indican a continuación. Vea y actualice la JupyterLab 
versión de una aplicación desde la consola

Temas

• JupyterLab 3

• Restringir JupyterLab la versión predeterminada mediante una clave de condición de política de 
IAM

• Establecer una JupyterLab versión predeterminada

• Vea y actualice la JupyterLab versión de una aplicación desde la consola

• Instalación JupyterLab y extensiones de Jupyter Server

JupyterLab 3

JupyterLab 3 incluye las siguientes funciones que no están disponibles en las versiones anteriores. 
Para obtener más información sobre estas funciones, consulte ¡Se ha lanzado la JupyterLab versión 
3.0! .

• Depurador visual cuando se utilizan los kernels de Base Python 2.0 y Data Science 2.0.

• Filtro de explorador de archivos

• Índice

• Compatibilidad con varios idiomas

• Modo simple

• Modo de interfaz única

Cambios importantes en JupyterLab 3

Tenga en cuenta lo siguiente cuando utilice JupyterLab 3:

• Al configurar la JupyterLab versión mediante elAWS CLI, seleccione la imagen correspondiente a 
su región y JupyterLab versión en la lista de imágenes deDesde la AWS CLI.

• En JupyterLab 3, debe activar el entorno studio conda antes de instalar las extensiones. Para 
obtener más información, consulte Instalación JupyterLab y extensiones de Jupyter Server.

• El depurador solo es compatible si se utilizan las siguientes imágenes:

• Base Python 2.0
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• Data Science 2.0

• Base Python 3.0

• Data Science 3.0

Restringir JupyterLab la versión predeterminada mediante una clave de condición de 
política de IAM

Puede utilizar las claves de condición de la política de IAM para restringir la versión JupyterLab que 
pueden lanzar sus usuarios.

La siguiente política muestra cómo limitar la JupyterLab versión a nivel de dominio.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Block users from creating JupyterLab 3 apps at the domain level", 
            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateDomain", 
                "sagemaker:UpdateDomain" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringLike": { 
                    "sagemaker:ImageArns": "*image/jupyter-server-3" 
                } 
            } 
        } 
    ]
}

La siguiente política muestra cómo limitar la JupyterLab versión a nivel del perfil de usuario.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Block users from creating JupyterLab 3 apps at the user profile 
 level", 
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            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateUserProfile", 
                "sagemaker:UpdateUserProfile" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringLike": { 
                    "sagemaker:ImageArns": "*image/jupyter-server-3" 
                } 
            } 
        } 
    ]
}

La siguiente política muestra cómo limitar la JupyterLab versión a nivel de aplicación. La solicitud de
CreateApp debe incluir el ARN de la imagen que deba aplicar esta política.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Block users from creating JupyterLab 3 apps at the application 
 level", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateApp", 
            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringLike": { 
                    "sagemaker:ImageArns": "*image/jupyter-server-3" 
                } 
            } 
        } 
    ]
}

Establecer una JupyterLab versión predeterminada

En las siguientes secciones se muestra cómo configurar una JupyterLab versión predeterminada 
para Studio Classic mediante la consola o elAWS CLI. 
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Desde la consola de

Puede seleccionar la JupyterLab versión predeterminada para usarla a nivel de dominio o perfil 
de usuario durante la creación del recurso. Para configurar la JupyterLab versión predeterminada 
mediante la consola, consulteDescripción general SageMaker de Amazon Domain. 

Desde la AWS CLI

Puede seleccionar la JupyterLab versión predeterminada para utilizarla a nivel de dominio o perfil de 
usuario mediante laAWS CLI. 

Para establecer la JupyterLab versión predeterminada mediante elAWS CLI, debe incluir el ARN 
de la JupyterLab versión predeterminada deseada como parte de un AWS CLI comando. Este ARN 
varía según la versión y la región del SageMaker dominio. 

En la siguiente tabla se muestran los ARN de las JupyterLab versiones disponibles para cada región:

Región JL1 JL3

us-east-1 arn:aws:sagemaker:us-east-1 
:081325390199:image/jupyter 
-server

arn:aws:sagemaker:us-east-1 
:081325390199:image/jupyter-
server-3

us-east-2 arn:aws:sagemaker:us-east-2 
:429704687514:image/jupyter 
-server

arn:aws:sagemaker:us-east-2 
:429704687514:image/jupyter-
server-3

us-west-1 arn:aws:sagemaker:us-west-1 
:742091327244:image/jupyter 
-server

arn:aws:sagemaker:us-west-1 
:742091327244:image/jupyter-
server-3

us-west-2 arn:aws:sagemaker:us-west-2 
:236514542706:image/jupyter 
-server

arn:aws:sagemaker:us-west-2 
:236514542706:image/jupyter-
server-3

af-south-1 arn:aws:sagemaker:af-south- 
1:559312083959:image/jupyte 
r-server

arn:aws:sagemaker:af-south- 
1:559312083959:image/jupyte 
r-server-3
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ap-east-1 arn:aws:sagemaker:ap-east-1 
:493642496378:image/jupyter 
-server

arn:aws:sagemaker:ap-east-1 
:493642496378:image/jupyter-
server-3

ap-south-1 arn:aws:sagemaker:ap-south- 
1:394103062818:image/jupyte 
r-server

arn:aws:sagemaker:ap-south- 
1:394103062818:image/jupyte 
r-server-3

ap-northeast-2 arn:aws:sagemaker:ap-northe 
ast-2:806072073708:image/ju 
pyter-server

arn:aws:sagemaker:ap-northe 
ast-2:806072073708:image/ju 
pyter-server-3

ap-southeast-1 arn:aws:sagemaker:ap-southe 
ast-1:492261229750:image/ju 
pyter-server

arn:aws:sagemaker:ap-southe 
ast-1:492261229750:image/ju 
pyter-server-3

ap-southeast-2 arn:aws:sagemaker:ap-southe 
ast-2:452832661640:image/ju 
pyter-server

arn:aws:sagemaker:ap-southe 
ast-2:452832661640:image/ju 
pyter-server-3

ap-northeast-1 arn:aws:sagemaker:ap-northe 
ast-1:102112518831:image/ju 
pyter-server

arn:aws:sagemaker:ap-northe 
ast-1:102112518831:image/ju 
pyter-server-3

ca-central-1 arn:aws:sagemaker:ca-centra 
l-1:310906938811:image/jupy 
ter-server

arn:aws:sagemaker:ca-centra 
l-1:310906938811:image/jupy 
ter-server-3

eu-central-1 arn:aws:sagemaker:eu-centra 
l-1:936697816551:image/jupy 
ter-server

arn:aws:sagemaker:eu-centra 
l-1:936697816551:image/jupy 
ter-server-3

eu-west-1 arn:aws:sagemaker:eu-west-1 
:470317259841:image/jupyter 
-server

arn:aws:sagemaker:eu-west-1 
:470317259841:image/jupyter-
server-3

eu-west-2 arn:aws:sagemaker:eu-west-2 
:712779665605:image/jupyter 
-server

arn:aws:sagemaker:eu-west-2 
:712779665605:image/jupyter-
server-3
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eu-west-3 arn:aws:sagemaker:eu-west-3 
:615547856133:image/jupyter 
-server

arn:aws:sagemaker:eu-west-3 
:615547856133:image/jupyter-
server-3

eu-north-1 arn:aws:sagemaker:eu-north- 
1:243637512696:image/jupyte 
r-server

arn:aws:sagemaker:eu-north- 
1:243637512696:image/jupyte 
r-server-3

eu-south-1 arn:aws:sagemaker:eu-south- 
1:592751261982:image/jupyte 
r-server

arn:aws:sagemaker:eu-south- 
1:592751261982:image/jupyte 
r-server-3

sa-east-1 arn:aws:sagemaker:sa-east-1 
:782484402741:image/jupyter 
-server

arn:aws:sagemaker:sa-east-1 
:782484402741:image/jupyter-
server-3

cn-north-1 arn:aws-cn:sagemaker:cn-nor 
th-1:390048526115:image/jup 
yter-server

arn:aws-cn:sagemaker:cn-nor 
th-1:390048526115:image/jup 
yter-server-3

cn-northwest-1 arn:aws-cn:sagemaker:cn-
northwest-1:390780980 
154:image/jupyter-server

arn:aws-cn:sagemaker:cn-
northwest-1:390780980 
154:image/jupyter-server-3

Creación o actualización de un dominio

Puede establecer una JupyterServer versión predeterminada a nivel 
de dominio invocando CreateDomaino pasando UpdateDomainel
UserSettings.JupyterServerAppSettings.DefaultResourceSpec.SageMakerImageArn
campo.

A continuación, se muestra cómo crear un dominio con JupyterLab 3 como valor predeterminado, 
mediante: AWS CLI

aws --region <REGION> \
sagemaker create-domain \
--domain-name <NEW_DOMAIN_NAME> \
--auth-mode <AUTHENTICATION_MODE> \
--subnet-ids <SUBNET-IDS> \
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--vpc-id <VPC-ID> \
--default-user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:image/jupyter-
server-3", 
      "InstanceType": "system" 
    } 
  }
}'

A continuación, se muestra cómo actualizar un dominio para que utilice JupyterLab 3 como 
predeterminado, medianteAWS CLI:

aws --region <REGION> \
sagemaker update-domain \
--domain-id <YOUR_DOMAIN_ID> \
--default-user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:image/jupyter-
server-3", 
      "InstanceType": "system" 
    } 
  }
}'

Creación o actualización del perfil de usuario

Puede establecer una JupyterServer versión predeterminada a nivel de perfil 
de usuario invocando CreateUserProfileo UpdateUserProfilepasando el
UserSettings.JupyterServerAppSettings.DefaultResourceSpec.SageMakerImageArn
campo.

A continuación se muestra cómo crear un perfil de usuario con JupyterLab 3 como valor 
predeterminado en un dominio existente, mediante: AWS CLI

aws --region <REGION> \
sagemaker create-user-profile \
--domain-id <YOUR_DOMAIN_ID> \
--user-profile-name <NEW_USERPROFILE_NAME> \
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--query UserProfileArn --output text \
--user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:image/jupyter-
server-3", 
      "InstanceType": "system" 
    } 
  }
}'

A continuación, se muestra cómo actualizar un perfil de usuario para usar JupyterLab 3 como 
predeterminado, medianteAWS CLI:

aws --region <REGION> \
sagemaker update-user-profile \ 
 --domain-id <YOUR_DOMAIN_ID> \ 
 --user-profile-name <EXISTING_USERPROFILE_NAME> \
--user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:image/jupyter-
server-3", 
      "InstanceType": "system" 
    } 
  }
}'

Vea y actualice la JupyterLab versión de una aplicación desde la consola

A continuación, se muestra cómo ver y actualizar la JupyterLab versión de una aplicación.

1. Navegue a la página de SageMaker dominios.

2. Seleccione un dominio para ver sus perfiles de usuario.

3. Seleccione un usuario para ver sus aplicaciones.

4. Para ver la JupyterLab versión de una aplicación, selecciona el nombre de la aplicación.

5. Para actualizar la JupyterLab versión, seleccione Acción.

6. En el menú desplegable, selecciona Cambiar JupyterLab versión.

7. En la página de configuración de Studio Classic, selecciona la JupyterLab versión en el menú 
desplegable.
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8. Una vez que la JupyterLab versión del perfil de usuario se haya actualizado correctamente, 
reinicie la JupyterServer aplicación para que los cambios de versión se hagan efectivos. Para 
obtener más información sobre el reinicio de una JupyterServer aplicación, consulte. Cierre y 
actualice SageMaker Studio Classic

Instalación JupyterLab y extensiones de Jupyter Server

El proceso de instalación JupyterLab y las extensiones de Jupyter Server varía en función de la 
JupyterLab versión de la instancia de Studio Classic. En JupyterLab 1, puede abrir el terminal e 
instalar extensiones sin activar ningún entorno conda. En JupyterLab 3, debe activar el entorno
studio conda antes de instalar las extensiones. El método para ello varía si se instalan las 
extensiones desde Studio Classic o si se utiliza un script de configuración del ciclo de vida.

Instalación de la extensión desde Studio Classic

Para instalar extensiones desde Studio Classic, debe activar el studio entorno antes de instalar las 
extensiones.

# Before installing extensions
conda activate studio

# Install your extensions
pip install <JUPYTER_EXTENSION>

# After installing extensions
conda deactivate

Instalación de extensiones mediante un script de configuración del ciclo de vida

Si va a instalar JupyterLab extensiones de Jupyter Server en el script de configuración de su ciclo 
de vida, debe modificar el script para que funcione con JupyterLab 3. En las siguientes secciones se 
muestra el código necesario para los scripts de configuración del ciclo de vida nuevos y existentes.

Script de configuración del ciclo de vida existente

Si va a reutilizar un script de configuración del ciclo de vida existente que debe funcionar con ambas 
versiones de JupyterLab, utilice el siguiente código en el script:

# Before installing extension
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export 
 AWS_SAGEMAKER_JUPYTERSERVER_IMAGE="${AWS_SAGEMAKER_JUPYTERSERVER_IMAGE:-'jupyter-
server'}"
if [ "$AWS_SAGEMAKER_JUPYTERSERVER_IMAGE" = "jupyter-server-3" ] ; then 
   eval "$(conda shell.bash hook)" 
   conda activate studio
fi;

# Install your extensions
pip install <JUPYTER_EXTENSION>

# After installing extension
if [ "$AWS_SAGEMAKER_JUPYTERSERVER_IMAGE" = "jupyter-server-3" ]; then 
   conda deactivate
fi;

Nuevo script de configuración del ciclo de vida

Si está escribiendo un nuevo script de configuración del ciclo de vida que solo usa JupyterLab 3, 
puede usar el siguiente código en el script:

# Before installing extension
eval "$(conda shell.bash hook)"
conda activate studio

# Install your extensions
pip install <JUPYTER_EXTENSION>

conda deactivate

Usa el Amazon SageMaker Studio Classic Launcher

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.
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Puede usar Amazon SageMaker Studio Classic Launcher para crear blocs de notas y archivos de 
texto, así como para lanzar terminales y shells de Python interactivos.

Puede abrir Studio Classic Launcher de cualquiera de las siguientes maneras:

• Elige Amazon SageMaker Studio Classic en la parte superior izquierda de la interfaz de Studio 
Classic.

• Use el método abreviado de teclado Ctrl + Shift + L.

• En el menú de Studio Classic, selecciona Archivo y, a continuación, selecciona Nuevo lanzador.

• Si el explorador de SageMaker archivos está abierto, seleccione el signo más (+) en el menú del 
explorador de archivos de Studio Classic.

• En la sección Acciones rápidas de la pestaña Inicio, seleccione Abrir lanzador. El lanzador se abre 
en una nueva pestaña. La sección de Acciones rápidas está visible de forma predeterminada, pero 
se puede desactivar. Seleccione Personalizar diseño para volver a activar esta sección.

El lanzador consta de las secciones siguientes:

Temas
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• Cuadernos y recursos informáticos

• Utilidades y archivos

Cuadernos y recursos informáticos

En esta sección, puede crear un cuaderno, abrir un terminal de imágenes o abrir una consola Python.

Para crear o lanzar uno de estos elementos:

1. Elija Cambiar entorno para seleccionar una SageMaker imagen, un núcleo, un tipo de instancia y, 
si lo desea, añadir un script de configuración del ciclo de vida que se ejecute al iniciar la imagen. 
Para obtener más información sobre los scripts de configuración del ciclo de vida, consulte Utilice 
las configuraciones del ciclo de vida con Amazon SageMaker Studio Classic. Para obtener más 
información acerca de las actualizaciones del kernel, consulte Cambio de una imagen o un kernel.

2. Seleccione un elemento.

Note

Si selecciona un elemento de esta sección, puede incurrir en cargos de uso adicionales. Para 
obtener más información, consulte Medición de uso.

Están disponibles los siguientes elementos:

• Cuaderno

Lanza el bloc de notas en una sesión de núcleo con la SageMaker imagen elegida.

Crea el cuaderno en la carpeta que ha seleccionado actualmente en el explorador de archivos. 
Para ver el explorador de archivos, en la barra lateral izquierda de Studio Classic, elija el icono del
explorador de archivos.

• Consola

Lanza el shell en una sesión de kernel en la imagen elegida SageMaker .

Abre el intérprete de comandos de la carpeta que ha seleccionado actualmente en el explorador 
de archivos.

• Terminal de imagen
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Lanza el terminal en una sesión de terminal en la SageMaker imagen elegida.

Abre el terminal en la carpeta raíz del usuario (como lo muestra la carpeta Inicio en el explorador 
de archivos).

Note

De forma predeterminada, las instancias de CPU se lanzan en una instancia
ml.t3.medium, mientras que las instancias de GPU se lanzan en una instancia
ml.g4dn.xlarge.

Utilidades y archivos

En esta sección, puede añadir ayuda contextual en un cuaderno, crear archivos de Python, 
Markdown y texto, y abrir una terminal del sistema.

Note

Los artículos de esta sección se publican en el contexto de Amazon SageMaker Studio 
Classic y no conllevan cargos por uso.

Están disponibles los siguientes elementos:

• Mostrar ayuda contextual

Abre una nueva pestaña que muestra la ayuda contextual para las funciones de un bloc de notas 
de Studio Classic. Para mostrar la ayuda, elija una función de un cuaderno activo. Para facilitar la 
visualización de la ayuda en contexto, arrastre la pestaña de ayuda para que quede adyacente a la 
pestaña del cuaderno. Para abrir la pestaña de ayuda desde un cuaderno, pulse Ctrl + I.

En la siguiente captura de pantalla se muestra la ayuda contextual del método
Experiment.create.
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• Terminal del sistema

Abre un intérprete de comandos bash en la carpeta raíz del usuario (como lo muestra la carpeta
Inicio en el explorador de archivos).

• Archivo de texto y Archivo Markdown

Crea un archivo del tipo asociado en la carpeta que ha seleccionado actualmente en el explorador 
de archivos. En la barra lateral izquierda, seleccione el icono del Explorador de archivos

( ) 
para mostrar el explorador de archivos.
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Colaboración con espacios compartidos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Un espacio compartido de Amazon SageMaker Studio Classic consta de una JupyterServer 
aplicación compartida y un directorio compartido. Todos los perfiles de usuario de un dominio tienen 
acceso a todos los espacios compartidos del dominio. Amazon SageMaker delimita automáticamente 
los recursos de un espacio compartido dentro del contexto de la aplicación Amazon SageMaker 
Studio Classic que se lance en ese espacio compartido. Los recursos de un espacio compartido 
incluyen cuadernos, archivos, experimentos y modelos.

Un espacio compartido de Studio Classic solo es compatible con Studio Classic y sus KernelGateway 
aplicaciones. Un espacio compartido solo admite el uso de un Amazon Resource Name (ARN) de 
JupyterLab 3 imágenes. Para obtener más información, consulte JupyterLab Control de versiones.

Amazon etiqueta SageMaker automáticamente todos SageMaker los recursos que cree en el ámbito 
de un espacio compartido. Puede utilizar estas etiquetas para supervisar los costos y planificar los 
presupuestos mediante herramientas como AWS Budgets.

Un espacio compartido usa la misma configuración de VPC que el dominio en el que se creó.

Note

Los espacios compartidos no admiten el uso de clústeres entre cuentas de Amazon 
SageMaker Data Wrangler o Amazon EMR.

Etiquetado automático

Todos los recursos creados en un espacio compartido se etiquetan automáticamente con una 
etiqueta de ARN de dominio y una etiqueta de ARN de espacio compartido. La etiqueta de ARN del 
dominio se basa en el ID del dominio, mientras que la etiqueta de ARN del espacio compartido se 
basa en el nombre del espacio compartido. 
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Puede utilizar estas etiquetas para supervisar el uso de AWS CloudTrail. Para obtener más 
información, consulta Registrar llamadas a la SageMaker API de Amazon con AWS CloudTrail.

También puede utilizar estas etiquetas para controlar los costos con AWS Billing and Cost 
Management. Para obtener más información, consulte Uso de etiquetas de asignación de costos de 
AWS.

Edición conjunta de cuadernos en tiempo real

Una ventaja clave de un espacio compartido es que facilita la colaboración entre los miembros del 
espacio compartido en tiempo real. Los usuarios que colaboran en un espacio de trabajo tienen 
acceso a una aplicación Studio Classic compartida en la que pueden acceder a sus libretas, leerlas 
y editarlas en tiempo real. La colaboración en tiempo real solo es compatible con las JupyterServer 
aplicaciones de un espacio compartido.

Los usuarios con acceso a un espacio compartido pueden abrir, ver, editar y ejecutar de forma 
simultánea los cuadernos de Jupyter en la aplicación Studio Classic compartida de ese espacio.

El cuaderno indica a cada usuario coeditor con un cursor diferente que muestra el nombre del perfil 
del usuario. Si bien varios usuarios pueden ver el mismo cuaderno, la edición conjunta es más 
adecuada para grupos pequeños de dos a cinco usuarios.

Para realizar un seguimiento de los cambios realizados por varios usuarios, recomendamos 
encarecidamente utilizar el control de versiones integrado en Git de Studio Classic.

JupyterServer 2

Para utilizar espacios compartidos, se requiere la versión 2 de Jupyter Server. Ciertas JupyterLab 
extensiones y paquetes pueden forzar la degradación de Jupyter Server a la versión 1. Esto impide el 
uso del espacio compartido. Ejecute lo siguiente desde la línea de comandos para cambiar el número 
de versión y seguir utilizando los espacios compartidos.

conda activate studio
pip install jupyter-server==2.0.0rc3

Personalización de un espacio compartido

Para asociar una configuración de ciclo de vida o una imagen personalizada a un espacio 
compartido, debe usar laAWS CLI. Para obtener más información acerca de la creación y asociación 
de configuraciones de ciclo de vida, consulte Creación y asociación de una configuración del ciclo de 
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vida. Para obtener más información acerca de la creación y asociación de imágenes personalizadas, 
consulte Traiga su propia SageMaker imagen.

Creación de un espacio compartido

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En el siguiente tema se muestra cómo crear un espacio compartido de Amazon SageMaker Studio 
Classic en un SageMaker dominio de Amazon existente. Si creó su dominio sin compatibilidad 
con espacios compartidos, debe agregar compatibilidad para espacios compartidos a su dominio 
existente antes de poder crear un espacio compartido.

Temas

• Adición de compatibilidad para espacios compartidos a un dominio existente

• Creación de un espacio compartido

Adición de compatibilidad para espacios compartidos a un dominio existente

Puede utilizar la SageMaker consola o la AWS CLI para añadir soporte para espacios compartidos a 
un dominio existente.

Consola

Complete el siguiente procedimiento para añadir soporte para espacios compartidos a un dominio 
existente desde la SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio para el que quiera abrir la página Configuración 
del dominio.
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5. En la página Detalles del dominio, elija la pestaña Configuración del dominio.

6. Elija Editar.

7. En Rol de ejecución predeterminado del espacio, defina un rol de IAM que se utilice de forma 
predeterminada para todos los espacios compartidos creados en el dominio.

8. Elija Siguiente.

9. Elija Siguiente.

10. Elija Siguiente.

11. Elija Enviar.

AWS CLI

Ejecute el siguiente comando desde la terminal de su equipo local para agregar la configuración de 
espacio compartido predeterminada a un dominio desde la AWS CLI. Si va a añadir la configuración 
de espacio compartido predeterminada a un dominio de una Amazon VPC, también debe incluir una 
lista de grupos de seguridad. Los espacios compartidos solo admiten el uso de JupyterLab 3 ARN de 
imagen. Para obtener más información, consulte JupyterLab Control de versiones.

# Public Internet domain
aws --region region \
sagemaker update-domain \
--domain-id domain-id \
--default-space-settings "ExecutionRole=execution-role-
arn,JupyterServerAppSettings={DefaultResourceSpec={InstanceType=system,SageMakerImageArn=sagemaker-
image-arn}}"

# VPCOnly domain
aws --region region \
sagemaker update-domain \
--domain-id domain-id \
--default-space-settings "ExecutionRole=execution-role-
arn,JupyterServerAppSettings={DefaultResourceSpec={InstanceType=system,SageMakerImageArn=sagemaker-
image-arn}},SecurityGroups=[security-groups]"

Compruebe que se haya actualizado la configuración de espacio compartido predeterminada.

aws --region region \
sagemaker describe-domain \
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--domain-id domain-id

Creación de un espacio compartido

En las siguientes secciones se muestra cómo crear un espacio compartido desde la SageMaker 
consola de Amazon, Amazon SageMaker Studio o laAWS CLI.

Crea desde Studio

Complete el siguiente procedimiento para crear un espacio compartido en un dominio desde Studio.

1. Ve a Studio siguiendo los pasos que se indicanLanza Amazon SageMaker Studio.

2. En la interfaz de usuario de Studio, busca el panel de aplicaciones en la parte izquierda.

3. En el panel de aplicaciones, selecciona Studio Classic.

4. Elija Crear un espacio de Studio Classic

5. En la ventana emergente, introduce un nombre para el espacio.

6. Selecciona Crear espacio.

Creación desde la consola

Realice el siguiente procedimiento para crear un espacio compartido en un dominio desde la 
SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio para el que desea crear un espacio compartido.

5. En la página Detalles del dominio, elija la pestaña Administración del espacio.

6. Seleccione Crear.

7. Ingrese un nombre para el espacio compartido. Los nombres de los espacios compartidos de un 
dominio deben ser únicos. El rol de ejecución del espacio compartido se establece en el rol de 
ejecución de IAM del dominio.

Creación desde la AWS CLI

En esta sección se muestra cómo crear un espacio compartido desde la AWS CLI.
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No se puede establecer el rol de ejecución de un espacio compartido al crearlo o actualizarlo. Solo 
se DefaultDomainExecRole puede configurar al crear o actualizar el dominio. Los espacios 
compartidos solo admiten el uso de JupyterLab 3 ARN de imagen. Para obtener más información, 
consulte JupyterLab Control de versiones.

Para crear un espacio compartido desde la AWS CLI, ejecute el siguiente comando desde la terminal 
de su equipo local.

aws --region region \
sagemaker create-space \
--domain-id domain-id \
--space-name space-name \
--space-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "sagemaker-image-arn", 
      "InstanceType": "system" 
    } 
  }
}'

Enumeración y descripción de espacios compartidos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En esta guía se muestra cómo acceder a una lista de espacios compartidos de Amazon SageMaker 
Studio Classic en un SageMaker dominio de Amazon con la SageMaker consola de Amazon, 
Amazon SageMaker Studio o laAWS CLI. También muestra cómo ver los detalles de un espacio 
compartido desde la AWS CLI.

Temas

• Enumerar los espacios compartidos
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• Ver los detalles del espacio compartido

Enumerar los espacios compartidos

En el siguiente tema se describe cómo ver una lista de espacios compartidos dentro de un dominio 
desde la SageMaker consola o elAWS CLI.

Listar los espacios compartidos de Studio

Complete el siguiente procedimiento para ver una lista de los espacios compartidos en un dominio de 
Studio.

1. Diríjase a Studio siguiendo los pasos que se indicanLanza Amazon SageMaker Studio.

2. En la interfaz de usuario de Studio, busca el panel de aplicaciones en la parte izquierda.

3. En el panel de aplicaciones, selecciona Studio Classic. En esta página se muestran todos los 
espacios de Studio Classic del dominio a los que tiene acceso.

Enumerar los espacios compartidos desde la consola

Complete el siguiente procedimiento para ver una lista de los espacios compartidos de un dominio 
desde la SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio del que desea ver la lista de espacios 
compartidos.

5. En la página Detalles del dominio, elija la pestaña Administración del espacio.

Enumerar los espacios compartidos desde la AWS CLI

Para enumerar los espacios compartidos en un dominio desde la AWS CLI, ejecute el siguiente 
comando desde la terminal de su equipo local.

aws --region region \
sagemaker list-spaces \
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--domain-id domain-id

Ver los detalles del espacio compartido

En la siguiente sección se describe cómo ver los detalles del espacio compartido desde la 
SageMaker consola, Studio o elAWS CLI.

Ver los detalles de los espacios compartidos desde Studio

Complete el siguiente procedimiento para ver los detalles de un espacio compartido en un dominio 
de Studio.

1. Ve a Studio siguiendo los pasos que se indicanLanza Amazon SageMaker Studio.

2. En la interfaz de usuario de Studio, busca el panel de aplicaciones en la parte izquierda.

3. En el panel de aplicaciones, selecciona Studio Classic. En esta página se muestran todos los 
espacios de Studio Classic del dominio a los que tiene acceso.

4. Seleccione el nombre del espacio del que desee ver más detalles.

Ver los detalles del espacio compartido desde la consola

Puede ver los detalles de un espacio compartido desde la SageMaker consola mediante el siguiente 
procedimiento.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio del que desea ver la lista de espacios 
compartidos.

5. En la página Detalles del dominio, elija la pestaña Administración del espacio.

6. Seleccione el nombre del espacio para abrir una nueva página con información sobre el espacio 
compartido.

Ver los detalles del espacio compartido desde la AWS CLI

Para ver los detalles de un espacio compartido desde la AWS CLI, ejecute el siguiente comando 
desde la terminal de su equipo local.
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aws --region region \
sagemaker describe-space \
--domain-id domain-id \
--space-name space-name

Edición de un espacio compartido

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Solo puede editar los detalles de un espacio compartido de Amazon SageMaker Studio Classic 
medianteAWS CLI. Actualmente, esto no es compatible con la SageMaker consola de Amazon. Solo 
puede actualizar los atributos del espacio de trabajo cuando no haya aplicaciones en ejecución en el 
espacio compartido. 

Para editar los detalles de un espacio compartido desde elAWS CLI, ejecuta el siguiente comando 
desde la terminal de tu máquina local. Los espacios compartidos solo admiten el uso de JupyterLab 3 
ARN de imagen. Para obtener más información, consulte JupyterLab Control de versiones.

aws --region region \
sagemaker update-space \
--domain-id domain-id \
--space-name space-name \
--query SpaceArn --output text \
--space-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "sagemaker-image-arn", 
      "InstanceType": "system" 
    } 
  }
}'
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Eliminación de un espacio compartido

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En el siguiente tema se muestra cómo eliminar un espacio compartido de Amazon SageMaker 
Studio Classic de la SageMaker consola de Amazon oAWS CLI. Solo es posible eliminar un espacio 
compartido si no tiene aplicaciones en ejecución.

Temas

• Consola

• AWS CLI

Consola

Complete el siguiente procedimiento para eliminar un espacio compartido en el SageMaker dominio 
de Amazon de la SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio para el que desea crear un espacio compartido.

5. En la página Detalles del dominio, elija la pestaña Administración del espacio.

6. Seleccione el espacio compartido que desea eliminar. El espacio compartido no debe contener 
ninguna aplicación que no haya presentado errores.

7. Elija Eliminar. Se abre una nueva ventana.

8. Elija Sí, eliminar espacio.

9. Escribe delete en el campo.

10. Elija Eliminar espacio.
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AWS CLI

Para eliminar un espacio compartido desde la AWS CLI, ejecute el siguiente comando desde la 
terminal de su equipo local.

aws --region region \
sagemaker delete-space \
--domain-id domain-id \
--space-name space-name

Usa las libretas clásicas de Amazon SageMaker Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Las libretas Amazon SageMaker Studio Classic son libretas colaborativas que puede lanzar 
rápidamente porque no necesita configurar las instancias de procesamiento ni el almacenamiento 
de archivos de antemano. Un conjunto de tipos de instancia, conocidos como tipos de lanzamiento 
rápido están diseñados para iniciarse en menos de dos minutos. Las libretas Studio Classic ofrecen 
almacenamiento persistente, lo que te permite ver y compartir libretas incluso si las instancias en las 
que se ejecutan las libretas están apagadas.

Puede compartir sus cuadernos con otras personas para que puedan reproducir fácilmente sus 
resultados y colaborar al construir modelos y explorar sus datos. Proporcione acceso a una copia de 
solo lectura del cuaderno a través de una URL segura. Las dependencias del cuaderno se incluyen 
en los metadatos de dicho bloc. Cuando sus compañeros copian el cuaderno, se abre en el mismo 
entorno que el cuaderno original.

Una libreta Studio Classic se ejecuta en un entorno definido por lo siguiente:

• Tipo de instancia de Amazon EC2: configuración de hardware en la que se ejecuta el cuaderno. La 
configuración incluye el número y el tipo de procesadores (vCPU y GPU), así como la cantidad y el 
tipo de memoria. El tipo de instancia determina la tasa de asignación de precios.
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• SageMaker imagen: una imagen contenedora compatible con SageMaker Studio Classic. La 
imagen consta de los núcleos, los paquetes de idioma y otros archivos necesarios para ejecutar un 
bloc de notas en Studio Classic. Puede haber varias imágenes en una instancia. Para obtener más 
información, consulte Traiga su propia SageMaker imagen.

• KernelGateway aplicación: una SageMaker imagen se ejecuta como una KernelGateway 
aplicación. La aplicación proporciona acceso a los kernels de la imagen. Existe una one-to-one 
correspondencia entre una SageMaker imagen y una KernelGateway aplicación.

• Kernel: proceso que inspecciona y ejecuta el código contenido en el cuaderno. Un kernel se define 
mediante una especificación del kernel en la imagen. Puede haber varios kernels en una imagen.

Puede cambiar cualquiera de estos recursos desde el cuaderno.

El siguiente diagrama describe cómo funciona el núcleo de un portátil en relación con la 
KernelGateway aplicación, el usuario y el dominio.
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Los cuadernos de muestra de SageMaker Studio Classic están disponibles en la carpeta
aws_sagemaker_studio del repositorio de ejemplos de Amazon. SageMaker GitHub  Cada bloc 
de notas viene con la SageMaker imagen necesaria que abre el bloc de notas con el núcleo 
correspondiente.

Le recomendamos que se familiarice con la interfaz de SageMaker Studio Classic y la barra de 
herramientas del bloc de notas de Studio Classic antes de crear o utilizar un bloc de notas de Studio 
Classic. Para obtener más información, consulte Descripción general de la interfaz de usuario clásica 
de Amazon SageMaker Studio y Utilice la barra de herramientas Studio Classic Notebook.

Temas

• ¿En qué se diferencian las libretas clásicas de Amazon SageMaker Studio de las instancias de 
Notebook?

• Introducción

• Visita clásica a Amazon SageMaker Studio

• Crear o abrir un bloc de notas Amazon SageMaker Studio Classic

• Utilice la barra de herramientas Studio Classic Notebook

• Instalación de bibliotecas y núcleos externos en Amazon SageMaker Studio Classic

• Compartir y usar un bloc de notas Amazon SageMaker Studio Classic

• Obtenga metadatos de cuadernos y aplicaciones de Studio Classic

• Obtener diferencias entre cuadernos

• Administrar recursos

• Medición de uso

• Recursos disponibles

¿En qué se diferencian las libretas clásicas de Amazon SageMaker Studio de las 
instancias de Notebook?

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.
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Al iniciar un bloc de notas nuevo, le recomendamos que lo cree en Amazon SageMaker Studio 
Classic en lugar de lanzar una instancia de bloc de notas desde la SageMaker consola de Amazon. 
El uso de una libreta Studio Classic ofrece muchas ventajas, entre las que se incluyen las siguientes:

• Más rápido: iniciar un bloc de notas Studio Classic es más rápido que iniciar un bloc de notas 
basado en instancias. Por lo general, es de 5 a 10 veces más rápido que los cuadernos basados 
en instancias.

• Uso compartido fácil de cuadernos: el uso compartido de cuadernos es una función integrada en 
Studio Classic. Los usuarios pueden generar un enlace para compartir que reproduzca el código 
del cuaderno y también la SageMaker imagen necesaria para ejecutarlo, con solo unos pocos 
clics.

• SDK de Python más reciente: los portátiles Studio Classic vienen preinstalados con el SDK de 
SageMaker Python más reciente de Amazon.

• Acceda a todas las funciones de Studio Classic: se puede acceder a las libretas Studio Classic 
desde Studio Classic. Esto le permite crear, entrenar, depurar, rastrear y monitorear sus modelos 
sin salir de Studio Classic.

• Directorios de usuario persistentes: cada miembro de un equipo de Studio obtiene su propio 
directorio de inicio para almacenar sus cuadernos y otros archivos. El directorio se monta 
automáticamente en todas las instancias y kernels a medida que se inician, por lo que sus 
cuadernos y otros archivos están siempre disponibles. Los directorios principales se almacenan 
en Amazon Elastic File System (Amazon EFS), por lo que puede acceder a ellos desde otros 
servicios.

• Acceso directo: al utilizar el Centro de identidades de IAM, utiliza sus credenciales del Centro de 
identidades de IAM a través de una URL única para acceder directamente a Studio Classic. No 
tiene que interactuar con la AWS Management Console para ejecutar sus cuadernos.

• Imágenes optimizadas: las libretas Studio Classic están equipadas con un conjunto de ajustes de 
SageMaker imagen predefinidos para que pueda empezar más rápido.

Note

Las libretas Studio Classic no admiten el modo local. Sin embargo, puedes usar una 
instancia de bloc de notas para entrenar una muestra de tu conjunto de datos de forma local 
y, después, usar el mismo código en un cuaderno de Studio Classic para entrenar con todo el 
conjunto de datos.
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Al abrir un bloc de notas en SageMaker Studio Classic, la vista es una extensión de la JupyterLab 
interfaz. Las funciones principales son las mismas, por lo que encontrarás las características típicas 
de una libreta Jupyter y. JupyterLab Para obtener más información sobre la interfaz de Studio 
Classic, consulte. Descripción general de la interfaz de usuario clásica de Amazon SageMaker Studio

Introducción

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Para empezar, tú o el administrador de tu organización tenéis que completar el proceso de 
incorporación del SageMaker dominio. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.

Puedes acceder a un bloc de notas de Studio Classic de cualquiera de las siguientes maneras:

• Recibirá una invitación por correo electrónico para acceder a Studio Classic a través del Centro de 
identidades de IAM de su organización, que incluye un enlace directo para iniciar sesión en Studio 
Classic sin tener que usar la SageMaker consola de Amazon. Puede continuar con the section 
called “Siguientes pasos”.

• Recibirás un enlace a un bloc de notas compartido de Studio Classic, que incluye un enlace directo 
para iniciar sesión en Studio Classic sin tener que usar la SageMaker consola. Puede continuar 
con the section called “Siguientes pasos”.

• Te incorporas a un dominio y, a continuación, inicias sesión en la SageMaker consola. Para 
obtener más información, consulte Descripción general SageMaker de Amazon Domain.

Lanza Amazon SageMaker

Complete los pasos Inicie Amazon SageMaker Studio Classic para iniciar Studio Classic.

Siguientes pasos

Ahora que estás en Studio Classic, puedes probar cualquiera de las siguientes opciones:
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• Para crear un bloc de notas de Studio Classic o explorar los cuadernos con end-to-end tutoriales 
de Studio Classic, consulte Visita clásica a Amazon SageMaker Studio la siguiente sección.

• Para familiarizarse con la interfaz de Studio Classic, consulte Descripción general de la interfaz de 
usuario clásica de Amazon SageMaker Studio o pruebe el cuaderno de introducción seleccionando
Abrir el cuaderno de introducción en la sección de acciones rápidas de la página de inicio de 
Studio Classic.

Visita clásica a Amazon SageMaker Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Para ver un recorrido por las principales características de Amazon SageMaker Studio Classic, 
consulte el cuaderno de muestra xgboost_customer_churn_studio.ipynb del repositorio aws/. 
amazon-sagemaker-examples GitHub El código del cuaderno entrena varios modelos y configura el 
depurador y el monitor de modelos. SageMaker SageMaker El tutorial muestra cómo ver las pruebas, 
comparar los modelos resultantes, mostrar los resultados del depurador e implementar el mejor 
modelo mediante la interfaz de usuario clásica de Studio. No necesita entender el código para seguir 
esta explicación.

Requisitos previos 

Para ejecutar el cuaderno para este recorrido, necesita:

• Una cuenta de IAM para iniciar sesión en Studio. Para obtener más información, consulte
Descripción general SageMaker de Amazon Domain.

• Estar familiarizado con la interfaz de usuario de Studio y los cuadernos de Jupyter. Para obtener 
más información, consulte Descripción general de la interfaz de usuario clásica de Amazon 
SageMaker Studio.

• Una copia del amazon-sagemaker-examples repositorio aws/ de su entorno de Studio.
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Para clonar el repositorio

1. Inicie Studio Classic siguiendo los pasos que se indican en El Inicie Amazon SageMaker Studio 
Classic caso de los usuarios del Centro de Identidad de IAM, inicie sesión con la URL del correo 
electrónico de invitación.

2. En el menú superior, seleccione Archivo y, a continuación, Nuevo y Terminal.

3. En la línea de comandos, ejecute el siguiente comando para clonar el repositorio aws/ amazon-
sagemaker-examples GitHub .

$ git clone https://github.com/aws/amazon-sagemaker-examples.git

Para navegar hasta el cuaderno de ejemplo

1. En el explorador de archivos del menú de la izquierda, seleccione. amazon-sagemaker-
examples

2. Navegue hasta el cuaderno de ejemplo con la siguiente ruta.

~/amazon-sagemaker-examples/aws_sagemaker_studio/getting_started/
xgboost_customer_churn_studio.ipynb

3. Sigue el cuaderno para obtener más información sobre las principales funciones de Studio 
Classic.

Note

Si se produce un error al ejecutar el cuaderno de muestra y ha pasado algún tiempo 
desde que clonó el repositorio, revise el cuaderno del repositorio remoto para ver si hay 
actualizaciones.

Crear o abrir un bloc de notas Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
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para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Cuando utilice Crear un cuaderno desde el menú Archivo Amazon SageMaker Studio Classic o
Abra un bloc de notas en Studio Classic por primera vez, se le pedirá que configure su entorno 
eligiendo una SageMaker imagen, un núcleo, un tipo de instancia y, opcionalmente, un script de 
configuración del ciclo de vida que se ejecute al iniciar la imagen. SageMaker lanza el bloc de notas 
en una instancia del tipo elegido. De forma predeterminada, el tipo de instancia está configurado 
como ml.t3.medium (disponible como parte de la capa gratuita de AWS). Para las imágenes 
basadas en GPU, el tipo de instancia predeterminado es ml.g4dn.xlarge.

Si crea o abre cuadernos adicionales que utilicen el mismo tipo de instancia, independientemente de 
que los cuadernos utilicen o no el mismo kernel, dichos cuadernos se ejecutan en la misma instancia 
de ese tipo de instancia.

Tras lanzar un bloc de notas, puede cambiar el tipo de instancia, SageMaker la imagen y el núcleo 
desde el bloc de notas. Para obtener más información, consulte Cambiar un tipo de instancia y
Cambio de una imagen o un kernel.

Note

Solo puede tener una instancia de cada tipo de instancia. Cada instancia puede tener varias 
SageMaker imágenes ejecutándose en ella. Cada SageMaker imagen puede ejecutar varios 
núcleos o instancias de terminal.

La facturación se produce por instancia y comienza cuando se lanza la primera instancia de un tipo 
de instancia determinado. Si desea crear o abrir un cuaderno sin el riesgo de que se apliquen cargos, 
ábralo desde el menú Archivo y elija Sin kernel en el cuadro de diálogo Seleccionar kernel. Puede 
leer y editar un cuaderno sin ejecutar un kernel, pero no puede ejecutar celdas.

La facturación finaliza cuando se cierra la SageMaker imagen de la instancia. Para obtener más 
información, consulte Medición de uso.

Para obtener información sobre cómo apagar el cuaderno, consulte Cierre de recursos.

Temas
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• Abra un bloc de notas en Studio Classic

• Crear un cuaderno desde el menú Archivo

• Crear un cuaderno desde el lanzador

• Lista de los tipos de instancias, imágenes y kernels disponibles

Abra un bloc de notas en Studio Classic

Amazon SageMaker Studio Classic solo puede abrir las libretas incluidas en el explorador de 
archivos de Studio Classic. Para obtener instrucciones sobre cómo agregar un cuaderno al 
navegador, consulte Cargue archivos a SageMaker Studio Classic o Clonar un repositorio de Git en 
SageMaker Studio Classic.

Para abrir un cuaderno

1. En la barra lateral izquierda, elija el icono del Explorador de archivos

( ) 
para mostrar el explorador de archivos.

2. Busque y haga doble clic en un archivo de cuaderno y haga doble clic en él para abrirlo en una 
nueva pestaña.

Crear un cuaderno desde el menú Archivo

Para crear un cuaderno desde el menú Archivo

1. En el menú de Studio Classic, selecciona Archivo, selecciona Nuevo y, a continuación, 
selecciona Bloc de notas.

2. En el cuadro de diálogo Cambiar entorno, utilice los menús desplegables para seleccionar la
Imagen, el Kernel, el Tipo de instancia y el Script de arranque y, a continuación, seleccione
Seleccionar. El bloc de notas se abre y se abre en una nueva pestaña de Studio Classic.
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Crear un cuaderno desde el lanzador

Para crear un cuaderno desde el lanzador

1. Para abrir el Launcher, selecciona Amazon SageMaker Studio Classic en la parte superior 
izquierda de la interfaz de Studio Classic o usa el método abreviado Ctrl + Shift + L de 
teclado.

Para obtener más información sobre todas las formas disponibles de abrir el lanzador, consulte
Usa el Amazon SageMaker Studio Classic Launcher

2. En el lanzador, en la sección Cuadernos y recursos informáticos, seleccione Cambiar entorno.
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3. En el cuadro de diálogo Cambiar entorno, utilice los menús desplegables para seleccionar la
Imagen, el Kernel, el Tipo de instancia y el Script de arranque y, a continuación, seleccione
Seleccionar.

4. En el lanzador, seleccione Crear cuaderno. El bloc de notas se abre y se abre en una nueva 
pestaña de Studio Classic.

Para ver la sesión del kernel del cuaderno, en la barra lateral izquierda, elija el icono Terminales y 
kernels en ejecución

( ). 
Puede detener la sesión del kernel del cuaderno desde esta vista.

Lista de los tipos de instancias, imágenes y kernels disponibles

Para obtener una lista de todos los recursos disponibles, consulte:

• Tipos de instancias de Studio Classic disponibles

• SageMaker Imágenes de Amazon disponibles

Utilice la barra de herramientas Studio Classic Notebook

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
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para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Los portátiles Amazon SageMaker Studio Classic amplían la JupyterLab interfaz. Para obtener una 
descripción general de la JupyterLab interfaz original, consulte La JupyterLab interfaz.

La siguiente imagen muestra la barra de herramientas y una celda vacía de un bloc de notas de 
Studio Classic.

Al hacer una pausa en un icono de barra de herramientas, aparece una información emergente que 
muestra la función de icono. Los comandos adicionales del bloc de notas se encuentran en el menú 
principal de Studio Classic. La barra de menús incluye los siguientes iconos:

Icono Descripción

Guardar y punto de comprobación

Guarda el cuaderno y actualiza el archivo de punto de comprobación. 
Para obtener más información, consulte Obtener la diferencia con el 
último punto de comprobación.

Insertar celda

Inserta una celda de código debajo de la celda actual. La celda actual se 
identifica con el marcador vertical azul en el margen izquierdo.

Cortar, copiar y pegar celdas

Corta, copia y pega las celdas seleccionadas.

Ejecutar celdas

Ejecuta las celdas seleccionadas y, a continuación, convierte la celda 
que sigue a la última celda seleccionada en la nueva celda seleccionada.
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Icono Descripción

Interrumpir kernel

Interrumpe el kernel que cancela la operación en ejecución actualmente. 
El kernel permanece activo.

Reiniciar el kernel

Reinicia el kernel. Las variables se restablecen. La información no 
guardada no se ve afectada.

Reiniciar el kernel y ejecutar todas las celdas

Reinicia el kernel y, a continuación, ejecuta todas las celdas del 
cuaderno.

Tipo de celda

Muestra o cambia el tipo de celda actual. Los tipos de celdas son:

• Código: código que ejecuta el kernel.

• Markdown: texto representado como markdown.

• Sin procesar: contenido, incluido el marcado markdown, que se 
muestra como texto.

Lanzar terminar

Abre un terminal en la SageMaker imagen que aloja el bloc de notas. 
Para ver un ejemplo, consulte Obtener metadatos de aplicaciones.

Diferencia de punto de comprobación

Abre una nueva pestaña que muestra la diferencia entre el cuaderno y 
el archivo de punto de comprobación. Para obtener más información, 
consulte Obtener la diferencia con el último punto de comprobación.
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Icono Descripción

Diferencia de Git

Solo está habilitado si el cuaderno se abre desde un repositorio de Git. 
Abre una nueva pestaña que muestra la diferencia entre el cuaderno y 
la última confirmación de Git. Para obtener más información, consulte
Obtener la diferencia con la última confirmación.

2 vCPU + 4 GiB Tipo de instancia

Muestra o cambia el tipo de instancia en el que se ejecuta el cuaderno. 
El formato es el siguiente:

number of vCPUs + amount of memory + number of GPUs

Unknown indica que el cuaderno se abrió sin especificar un kernel. El 
portátil se ejecuta en la instancia de SageMaker Studio y no acumula 
cargos por el tiempo de ejecución. No puede asignar el cuaderno a un 
tipo de instancia. Debe especificar un kernel y, a continuación, Studio 
asigna el cuaderno a un tipo predeterminado.

Para obtener más información, consulte Crear o abrir un bloc de notas 
Amazon SageMaker Studio Classic y Cambiar un tipo de instancia.

Clúster

Conecte su portátil a un clúster de Amazon EMR y escale sus trabajos 
de ETL o realice un entrenamiento de modelos a gran escala con 
Apache Spark, Hive o Presto.

Para obtener más información, consulte Preparar los datos con Amazon 
EMR.
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Icono Descripción

Python 3 (Data 
Science)

Núcleo e imagen SageMaker

Muestra o cambia el kernel que procesa las celdas del cuaderno. El 
formato es el siguiente:

Kernel (SageMaker Image)

No Kernel indica que el cuaderno se abrió sin especificar un kernel. 
Podrá editar el cuaderno, pero no podrá ejecutar ninguna celda.

Para obtener más información, consulte Cambio de una imagen o un 
kernel.

Estado del kernel ocupado

Muestra el estado ocupado del kernel. Cuando el borde del círculo y 
su interior son del mismo color, significa que el kernel está ocupado. El 
kernel está ocupado cuando se está iniciando y cuando está procesand 
o celdas. Los estados adicionales del núcleo se muestran en la barra de 
estado situada en la esquina inferior izquierda de SageMaker Studio.

Compartir cuaderno

Comparte el cuaderno. Para obtener más información, consulte
Compartir y usar un bloc de notas Amazon SageMaker Studio Classic.

Para seleccionar varias celdas, haga clic en el margen izquierdo fuera de una celda. Mantenga 
pulsada la tecla Shift y use la tecla K o Up para seleccionar las celdas anteriores, o use las teclas J
o Down para seleccionar las siguientes celdas.

Instalación de bibliotecas y núcleos externos en Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
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para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Los blocs de notas Amazon SageMaker Studio Classic vienen con varias imágenes ya instaladas. 
Estas imágenes contienen núcleos y paquetes de Python, incluidos scikit-learn, Pandas,, y MXNet 
NumPy. TensorFlow PyTorch También puede instalar sus propias imágenes que contienen la opción 
de los paquetes y kernels. Para obtener más información sobre cómo instalar su propia imagen, 
consulte Traiga su propia SageMaker imagen.

Los distintos núcleos de Jupyter de las libretas Amazon SageMaker Studio Classic son entornos 
conda independientes. Para obtener información acerca de los entornos Conda, consulte Managing 
environments.

Herramientas de instalación de paquetes

El método que se utiliza para instalar los paquetes de Python desde el terminal varía según la 
imagen. Studio Classic es compatible con las siguientes herramientas de instalación de paquetes:

• Cuadernos: se admiten los siguientes comandos. Si una de las siguientes opciones no funciona en 
la imagen, pruebe con la otra.

• %conda install

• %pip install

• El terminal de Jupyter: puede instalar paquetes directamente con pip y conda. También se puede 
utilizar apt-get install para instalar paquetes del sistema desde la terminal.

Note

No recomendamos usar pip install -u opip install --user, ya que esos 
comandos instalan paquetes en el volumen Amazon EFS del usuario y pueden bloquear 
el reinicio de las JupyterServer aplicaciones. En lugar de ello, utilice una configuración del 
ciclo de vida para volver a instalar los paquetes necesarios al reiniciar la aplicación, como se 
muestra en Instalación de paquetes mediante las configuraciones del ciclo de vida.

Recomendamos usar %pip y %conda para instalar los paquetes desde un cuaderno, ya que tienen 
en cuenta correctamente el entorno activo o el intérprete que se está utilizando. Para obtener más 
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información, consulte Añadir las funciones mágicas %pip y %conda. También puede usar la sintaxis 
de comandos del sistema (las líneas comienzan por !) para instalar paquetes. Por ejemplo, !pip 
install y !conda install.

Conda

Conda es un sistema de administración de paquetes y un sistema de administración de entornos 
de código abierto que puede instalar paquetes y sus dependencias. SageMaker admite el uso de 
conda con cualquiera de estos dos canales principales: el canal predeterminado o el canal conda-
forge. Para obtener más información, consulte Conda channels. El canal conda-forge es un canal 
comunitario en el que los colaboradores pueden subir paquetes.

Note

La instalación de paquetes desde conda-forge puede tardar hasta 10 minutos. El tiempo está 
relacionado con la forma en que conda resuelve el gráfico de dependencias.

Todos los entornos SageMaker proporcionados son funcionales. Es posible que los paquetes 
instalados por el usuario no funcionen correctamente.

Conda tiene dos métodos para activar entornos: conda activate, y source activate. Para 
obtener más información, consulte Administración del entorno.

Operaciones conda admitidas

• conda install de un paquete en un solo entorno

• conda install de un paquete en todos los entornos

• Instalación de un paquete desde el repositorio principal de conda

• Instalación de un paquete desde conda-forge

• Cambio de la ubicación de instalación de conda para usar Amazon EBS

• Compatible con conda activate y source activate

Pip

Pip es la herramienta para instalar y administrar paquetes de Python. De forma predeterminada, 
Pip busca paquetes en el Índice de paquetes de Python (PyPI). A diferencia de conda, pip no tiene 
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soporte de entorno integrado. Por lo tanto, pip no es tan exhaustivo como conda en relación con los 
paquetes con dependencias nativas o de bibliotecas del sistema. Pip se puede usar para instalar 
paquetes en entornos conda. Puede usar repositorios de paquetes alternativos con pip en lugar de 
PyPI.

Operaciones pip admitidas

• Uso de pip para instalar un paquete sin un entorno conda activo

• Uso de pip para instalar un paquete en un entorno conda

• Uso de pip para instalar un paquete en todos los entornos conda

• Cambio de la ubicación de instalación de pip para usar Amazon EBS

• Uso de un repositorio alternativo para instalar paquetes con pip

No se admite

SageMaker tiene como objetivo admitir tantas operaciones de instalación de paquetes como sea 
posible. Sin embargo, si los paquetes los instaló SageMaker y utiliza las siguientes operaciones en 
ellos, es posible que el entorno se vuelva inestable:

• Desinstalación

• Degradación

• Mejora

Debido a posibles problemas con las condiciones o configuraciones de la red, o con la disponibilidad 
de conda o los paquetes PyPi, es posible que no se instalen en un período de tiempo fijo o 
determinista.

Note

Si se intenta instalar un paquete en un entorno con dependencias incompatibles, se puede 
producir un error. Si se producen problemas, puede ponerse en contacto con el responsable 
de la biblioteca para actualizar las dependencias del paquete. Al modificar el entorno, por 
ejemplo, al eliminar o actualizar los paquetes existentes, puede provocar inestabilidad en ese 
entorno.
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Instalación de paquetes mediante las configuraciones del ciclo de vida

Instala imágenes y núcleos personalizados en el volumen Amazon EBS de la instancia de Studio 
Classic para que persistan cuando detengas y reinicies el bloc de notas, y para que las bibliotecas 
externas que instales no se actualicen. SageMaker Para ello, utilice una configuración del ciclo 
de vida que incluya un script que se ejecute al crear el cuaderno (on-create)) y un script que 
se ejecute cada vez que se reinicie el cuaderno (on-start). Para obtener más información 
sobre el uso de las configuraciones del ciclo de vida con Studio Classic, consulte. Utilice las 
configuraciones del ciclo de vida con Amazon SageMaker Studio Classic Para ver ejemplos de 
scripts de configuración del ciclo de vida, consulte Ejemplos de configuración del ciclo de vida de 
SageMaker Studio Classic.

Compartir y usar un bloc de notas Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Puede compartir sus blocs de notas Amazon SageMaker Studio Classic con sus compañeros. El 
cuaderno compartido es una copia. Después de compartir el cuaderno, los cambios que realice en 
el original no se reflejan en el compartido y los cambios realizados por su compañero en sus copias 
compartidas del cuaderno no aparecerán en el cuaderno original. Si desea compartir la versión más 
reciente, debe crear una nueva instantánea y, a continuación, compartirla.

Temas

• Compartir un cuaderno

• Usar un cuaderno compartido

• Espacios compartidos y colaboración en tiempo real

Compartir un cuaderno

La siguiente captura de pantalla muestra el menú de una libreta Studio Classic.
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Para compartir un cuaderno

1. En la esquina superior derecha del cuaderno, elija Compartir.

2. (Opcional) En Crear instantánea compartible, elija cualquiera de los siguientes elementos:

• Incluir información del repositorio de Git: incluye un enlace al repositorio de Git que contiene 
el cuaderno. Esto le permite a usted y a su destinatario colaborar y contribuir en el mismo 
repositorio de Git.

• Incluir salida: incluye toda la salida del cuaderno que se ha guardado.

Note

Si es usuario de IAM Identity Center y no ve estas opciones, es probable que el 
administrador de IAM Identity Center deshabilitara la característica. Póngase en contacto 
con el administrador.

3. Seleccione Crear.

4. Una vez creada la instantánea, elija Copy link (Copiar enlace) y, a continuación, elija Close 
(Cerrar).

5. Comparta el enlace con su colega.

Después de seleccionar las opciones de uso compartido, se le proporcionará una URL. Puedes 
compartir este enlace con los usuarios que tengan acceso a Amazon SageMaker Studio Classic. 
Cuando el usuario abre la URL, se le pide que inicie sesión al usar IAM Identity Center o la 
autenticación de IAM. Este cuaderno compartido se convierte en una copia, por lo que los cambios 
realizados por el destinatario no se reproducirán en el cuaderno original.

Usar un cuaderno compartido

Utilice un cuaderno compartido de la misma manera que lo haría con cualquier cuaderno que haya 
creado usted mismo. Primero debe iniciar sesión en su cuenta y, a continuación, abrir el enlace 
compartido. Si no tiene una sesión activa, recibirá un mensaje de error.
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Al seleccionar un enlace a un cuaderno compartido por primera vez, se abrirá una versión de solo 
lectura del cuaderno. Para editar el cuaderno compartido, elija Crear una copia. Se copiará el 
cuaderno compartido en su almacenamiento personal.

La libreta copiada se lanza en una instancia del tipo de instancia y la SageMaker imagen que 
utilizaba la libreta cuando el remitente la compartió. Si actualmente no está ejecutando una instancia 
del tipo de instancia, se inicia una nueva instancia. La personalización de la SageMaker imagen no 
se comparte. También puede inspeccionar la instantánea del cuaderno seleccionando Detalles de la 
instantánea.

A continuación se proporcionan consideraciones importantes sobre el uso compartido y la 
autenticación:

• Si tiene una sesión activa, verá una vista de solo lectura del cuaderno hasta que elija Crear una 
copia.

• Si no tiene una sesión activa, debe iniciar sesión.
• Si utiliza IAM para iniciar sesión, después de iniciar sesión, seleccione su perfil de usuario y, a 

continuación, elija Open Studio Classic. A continuación tiene que elegir el enlace que le enviaron.
• Si usa IAM Identity Center, después de iniciar sesión, el cuaderno compartido se abrirá 

automáticamente en Studio.

Espacios compartidos y colaboración en tiempo real

Un espacio compartido consta de una JupyterServer aplicación compartida y un directorio 
compartido. Una ventaja clave de un espacio compartido es que facilita la colaboración entre los 
miembros del espacio compartido en tiempo real. Los usuarios que colaboran en un espacio de 
trabajo tienen acceso a una aplicación Studio Classic compartida en la que pueden acceder a sus 
libretas, leerlas y editarlas en tiempo real. La colaboración en tiempo real solo es compatible con 
las JupyterServer aplicaciones de un espacio compartido. Los usuarios con acceso a un espacio 
compartido pueden abrir, ver, editar y ejecutar de forma simultánea los cuadernos de Jupyter 
en la aplicación Studio Classic compartida de ese espacio. Para obtener más información sobre 
los espacios compartidos y la colaboración en tiempo real, consulte Colaboración con espacios 
compartidos.
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Obtenga metadatos de cuadernos y aplicaciones de Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Puede acceder a los metadatos del bloc de notas y a los metadatos de la aplicación mediante la 
interfaz de usuario clásica de Amazon SageMaker Studio.

Temas

• Obtenga los metadatos del cuaderno Studio Classic

• Obtener metadatos de aplicaciones

Obtenga los metadatos del cuaderno Studio Classic

Los cuadernos de Jupyter contienen metadatos opcionales a los que puede acceder a través de la 
interfaz de usuario clásica de Amazon SageMaker Studio.

Para ver los metadatos del cuaderno:

1. En la barra lateral derecha, seleccione el icono del Inspector de propiedades

( ).

2. Abra la sección de herramientas avanzadas.

Los metadatos deben tener un aspecto similar a lo siguiente.

{ 
    "instance_type": "ml.t3.medium", 
    "kernelspec": { 
        "display_name": "Python 3 (Data Science)", 
        "language": "python", 
        "name": "python3__SAGEMAKER_INTERNAL__arn:aws:sagemaker:us-west-2:<acct-
id>:image/datascience-1.0" 
    }, 
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    "language_info": { 
        "codemirror_mode": { 
            "name": "ipython", 
            "version": 3 
        }, 
        "file_extension": ".py", 
        "mimetype": "text/x-python", 
        "name": "python", 
        "nbconvert_exporter": "python", 
        "pygments_lexer": "ipython3", 
        "version": "3.7.10" 
    }
}

Obtener metadatos de aplicaciones

Al crear un bloc de notas en Amazon SageMaker Studio Classic, los metadatos de la aplicación 
se escriben en un archivo denominado resource-metadata.json en la carpeta/opt/ml/
metadata/. Para obtener los metadatos de la aplicación, abra un terminal de imagen desde el 
cuaderno. Los metadatos proporcionan la siguiente información, que incluye la SageMaker imagen y 
el tipo de instancia en los que se ejecuta el bloc de notas:

• AppType – KernelGateway

• DomainId— Igual que el Studio ClassicID

• UserProfileName— El nombre de perfil del usuario actual

• ResourceArn— El nombre del recurso de Amazon (ARN) de la aplicación, que incluye el tipo de 
instancia

• ResourceName— El nombre de la imagen SageMaker

Es posible que Studio Classic incluya metadatos adicionales para uso interno y están sujetos a 
cambios.

Para obtener los metadatos de la aplicación

1. En el centro del menú del cuaderno, elija el icono Iniciar terminal

( ). 
Esto abre una terminal en la SageMaker imagen en la que se ejecuta el portátil.
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2. Ejecute los siguientes comandos para mostrar el contenido del archivo resource-
metadata.json.

$ cd /opt/ml/metadata/
cat resource-metadata.json

El archivo debe ser similar al siguiente.

{ 
    "AppType": "KernelGateway", 
    "DomainId": "d-xxxxxxxxxxxx", 
    "UserProfileName": "profile-name", 
    "ResourceArn": "arn:aws:sagemaker:us-east-2:account-id:app/d-xxxxxxxxxxxx/
profile-name/KernelGateway/datascience--1-0-ml-t3-medium", 
    "ResourceName": "datascience--1-0-ml", 
    "AppImageVersion":""
}

Obtener diferencias entre cuadernos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Puedes mostrar la diferencia entre el bloc de notas actual y el último punto de control o la última 
confirmación de Git mediante la SageMaker interfaz de usuario de Amazon.

La siguiente captura de pantalla muestra el menú de una libreta Studio Classic.

Temas
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• Obtener la diferencia con el último punto de comprobación

• Obtener la diferencia con la última confirmación

Obtener la diferencia con el último punto de comprobación

Al crear un cuaderno, se crea un archivo de punto de comprobación oculto que coincide con el 
cuaderno creado. Puede ver los cambios entre el cuaderno y el archivo de punto de comprobación o 
revertir el cuaderno para que coincida con el archivo de punto de comprobación.

De forma predeterminada, los cuadernos se guardan automáticamente cada 120 
segundos y también cuando se cierra el cuaderno. Sin embargo, el archivo de 
punto de comprobación no se actualiza para que coincida con el cuaderno. Para 
guardar el cuaderno y actualizar el archivo de punto de comprobación para que 
coincida, debe elegir el icono Guardar cuaderno y crear punto de comprobación

( ) 
a la izquierda del menú del cuaderno o usar el método abreviado del teclado Ctrl + S.

Para ver los cambios entre el cuaderno y el archivo de punto de comprobación, elija el icono
Diferencias con punto de comprobación

( ) 
en el centro del menú del cuaderno.

Para revertir la libreta al archivo de puntos de control, en el menú principal de Studio Classic, 
selecciona Archivo y, a continuación, Revertir la libreta a Checkpoint.

Obtener la diferencia con la última confirmación

Si se abre un cuaderno desde un repositorio de Git, puede ver la diferencia entre el cuaderno y la 
última confirmación de Git.

Para ver los cambios en el cuaderno desde la última confirmación de Git, elija el icono Diferencia con 
Git

( ) 
en el centro del menú del cuaderno.
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Administrar recursos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Puedes cambiar el tipo de instancia, la SageMaker imagen y el núcleo desde una libreta Amazon 
SageMaker Studio Classic. Para crear un kernel personalizado para usarlo con sus cuadernos, 
consulte Traiga su propia SageMaker imagen.

Temas

• Cambiar un tipo de instancia

• Cambio de una imagen o un kernel

• Cierre de recursos

Cambiar un tipo de instancia

Al abrir un bloc de notas nuevo de Studio Classic por primera vez, se le asigna un tipo de instancia 
predeterminado de Amazon Elastic Compute Cloud (Amazon EC2) para ejecutar el bloc de notas. 
Si abre cuadernos adicionales en el mismo tipo de instancia, dichos blocs se ejecutan en la misma 
instancia que el primer cuaderno, incluso si los cuadernos utilizan kernels diferentes.

Puedes cambiar el tipo de instancia en el que se ejecuta tu bloc de notas Studio Classic desde el 
bloc de notas.

La siguiente información solo se aplica a las libretas Studio Classic. Para obtener información 
sobre cómo cambiar el tipo de instancia de una instancia de Amazon SageMaker Notebook, 
consulteActualización de una instancia de cuaderno..

Important

Si cambia el tipo de instancia, se pierde la información que no se haya guardado y la 
configuración actual del cuaderno y es necesario volver a instalar los paquetes instalados.
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El tipo de instancia anterior sigue ejecutándose aunque no haya ninguna sesión del kernel 
o aplicaciones activas. Debe detener explícitamente la instancia para dejar de acumular 
cargos. Para detener la instancia, consulte Cierre de recursos.

La siguiente captura de pantalla muestra el menú de un bloc de notas de Studio Classic. El 
procesador y la memoria del tipo de instancia del cuaderno se muestran como 2 vCPU + 4 GiB.

Para cambiar el tipo de instancia

1. Seleccione el procesador y la memoria del tipo de instancia del cuaderno. Se abrirá una ventana 
emergente.

2. En la ventana emergente Configurar el entorno del cuaderno, seleccione el menú desplegable
Tipo de instancia.

3. En el menú desplegable Tipo de instancia, elija uno de los tipos de instancia que aparecen en la 
lista.

4. Después de elegir un kernel, elija Seleccionar.

5. Espere a que se habilite la nueva instancia y, a continuación, se mostrará la nueva información 
del tipo de instancia.

Para obtener una lista de los tipos de instancia disponibles, consulte Tipos de instancias de Studio 
Classic disponibles.

Cambio de una imagen o un kernel

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.
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Con las libretas Amazon SageMaker Studio Classic, puedes cambiar la imagen o el núcleo de la 
libreta desde dentro de la libreta.

La siguiente captura de pantalla muestra el menú de una libreta Studio Classic. El SageMaker núcleo 
y la imagen actuales se muestran como Python 3 (Ciencia de datos), donde Python 3 indica el 
núcleo e Data Science indica la SageMaker imagen que contiene el núcleo. El color del círculo a 
la derecha indica el estado inactivo u ocupado del kernel. Cuando el borde del círculo y su interior 
son del mismo color, significa que el kernel está ocupado.

Para cambiar la imagen o el kernel de un cuaderno

1. Elija el nombre de la imagen/kernel en el menú del cuaderno.

2. En la ventana emergente Configurar el entorno del cuaderno, seleccione el menú desplegable
Imagen o Kernel.

3. En el menú desplegable, elija una de las imágenes o kernels que se muestran.

4. Después de elegir una imagen o kernel, elija Seleccionar.

5. Espere a que el estado del kernel se muestre como inactivo, lo que indica que el kernel se ha 
iniciado.

Para obtener una lista de las SageMaker imágenes y los núcleos disponibles, consulte.  SageMaker 
Imágenes de Amazon disponibles

Cierre de recursos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.
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Puede cerrar recursos individuales, incluidos portátiles, terminales, kernels, aplicaciones e instancias. 
También puede cerrar todos los recursos de una de estas categorías al mismo tiempo.

Note

Amazon SageMaker Studio Classic no admite el cierre de recursos desde un bloc de notas.

Temas

• Cierre de un cuaderno abierto

• Cierre de recursos

Cierre de un cuaderno abierto

Puede cerrar un bloc de notas abierto desde el menú Amazon SageMaker Studio Classic File o 
desde el panel Running Terminal and Kernels.

Note

Cuando se cierra un cuaderno, se pierde la información no guardada en el cuaderno. El 
cuaderno no se elimina.

Para cerrar un cuaderno abierto desde el menú Archivo

1. Guarde el contenido del cuaderno seleccionando el icono Disco situado a la izquierda del menú 
del cuaderno.

2. Elija Archivo y, a continuación, Cerrar y apagar el cuaderno.

3. Seleccione Aceptar.

Cierre de recursos

Puede acceder al panel Terminales y núcleos en ejecución situado 
en la parte izquierda de Amazon SageMaker Studio Classic con el

icono. El panel Terminales y kernels en ejecución consta de cuatro secciones. Cada sección muestra 
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todos los recursos de ese tipo. Puede cerrar cada recurso individualmente o cerrar todos los recursos 
de una sección al mismo tiempo.

Cuando decide cerrar todos los recursos de una sección, se produce lo siguiente:

• INSTANCIAS EJECUTADAS/APLICACIONES EN EJECUCIÓN: se cierran todas las instancias, 
aplicaciones, blocs de notas, sesiones de kernel, consolas/intérpretes de comandos y terminales 
de imagen. Los terminales del sistema no se cierran.

Note

Al cerrar las instancias del bloc de notas de Studio Classic, no se eliminan los recursos 
adicionales, como los SageMaker puntos de enlace, los clústeres de Amazon EMR y los 
buckets de Amazon S3 creados a partir de Studio Classic. Elimine esos recursos para 
detener la acumulación de cargos.

• SESIONES DEL NÚCLEO: se apagan todos los kernels, cuadernos y consolas/intérpretes de 
comandos.
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• SESIONES DE TERMINAL: todos los terminales de imagen y los terminales del sistema están 
apagados.

Para cerrar recursos

1. En la barra lateral izquierda, elija el icono Terminales y kernels en ejecución

( ).

2. Haga una de estas dos operaciones:

• Para cerrar un recurso específico, elija el icono Cerrar

( ) 
en la misma fila que el recurso.

Para las instancias en ejecución, un cuadro de diálogo de confirmación enumera todos los 
recursos que se cerrarán. Para aplicaciones en ejecución, se muestra un cuadro de diálogo de 
confirmación. Seleccione Cerrar todo para continuar.

Note

No se muestra ningún cuadro de diálogo de confirmación para las sesiones del kernel 
o las sesiones de terminal.

• Para cerrar todos los recursos de una sección, elija la X a la derecha de la etiqueta de 
sección. Aparecerá un cuadro de diálogo de confirmación. Seleccione Cerrar todo para 
continuar.

Medición de uso

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.
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El uso de Amazon SageMaker Studio Classic no conlleva ningún coste adicional. Los costes de 
funcionamiento de los portátiles, consolas y terminales interactivos de Amazon SageMaker Studio 
Classic se basan en el uso de las instancias de Amazon Elastic Compute Cloud (Amazon EC2).

Al ejecutar los siguientes recursos, debe elegir una SageMaker imagen y un núcleo:

Desde el lanzador Studio Classic

• Cuaderno

• Intérprete de comandos interactivo

• Terminal de imagen

Desde el menú Archivo

• Cuaderno

• Consola

Cuando se inicia, el recurso se ejecuta en una instancia Amazon EC2 del tipo de instancia 
seleccionado. Si anteriormente se había iniciado una instancia de ese tipo y está disponible, el 
recurso se ejecuta en esa instancia.

Para las imágenes basadas en CPU, el tipo de instancia sugerido predeterminado es
ml.t3.medium. Para las imágenes basadas en GPU, el tipo de instancia sugerido predeterminado 
es ml.g4dn.xlarge.

Los costes incurridos se basan en el tipo de instancias. Se le facturará por separado por cada 
instancia.

La medición comienza cuando se crea una instancia. La medición finaliza cuando se cierran todas 
las aplicaciones de la instancia o cuando se cierra la instancia. Para obtener más información sobre 
cómo cerrar una instancia, consulte Cierre de recursos.

Important

Debe cerrar la instancia para dejar de incurrir en cargos. Si cierra el cuaderno que se 
ejecuta en la instancia pero no cierra la instancia, seguirá incurriendo en cargos. Al cerrar las 
instancias del bloc de notas de Studio Classic, no se eliminan los recursos adicionales, como 
los SageMaker puntos de enlace, los clústeres de Amazon EMR y los buckets de Amazon 
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S3 creados a partir de Studio Classic. Elimine esos recursos para detener la acumulación de 
cargos.

Cuando abre varios cuadernos en el mismo tipo de instancia, dichos blocs se ejecutan en la misma 
instancia, incluso si utilizan diferentes kernels. Solo se facturará el tiempo durante el que se ejecute 
una instancia.

Puede cambiar el tipo de instancia desde dentro del cuaderno una vez abierto. Para obtener más 
información, consulte Cambiar un tipo de instancia.

Para obtener información sobre la facturación junto con ejemplos de precios, consulta Amazon 
SageMaker Pricing.

Recursos disponibles

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En las siguientes secciones se enumeran los recursos disponibles para las libretas Amazon 
SageMaker Studio Classic.

Temas

• Tipos de instancias de Studio Classic disponibles

• SageMaker Imágenes de Amazon disponibles

Tipos de instancias de Studio Classic disponibles

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
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para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Los cuadernos Amazon SageMaker Studio Classic se ejecutan en instancias de Amazon Elastic 
Compute Cloud (Amazon EC2). Los siguientes tipos de instancias de Amazon EC2 están disponibles 
para su uso con las libretas Studio Classic. Para obtener información detallada sobre qué tipos 
de instancias se ajustan a su caso de uso y sus capacidades de rendimiento, consulte Tipos de 
instancia de Amazon Elastic Compute Cloud. Para obtener información acerca de los precios de 
estos tipos de instancias, consulte Precios de Amazon EC2.

Para obtener información sobre los tipos de instancias de Amazon SageMaker Notebook disponibles, 
consulte CreateNotebookInstance.

Note

Para la mayoría de los casos de uso, debe utilizar un ml.t3.medium. Este es el tipo de 
instancia predeterminado para SageMaker las imágenes basadas en CPU y está disponible 
como parte de la capa AWSgratuita.

Temas

• Instancias de CPU

• Instancias con 1 o más GPU

Instancias de CPU

En la siguiente tabla se enumeran los tipos de instancias de CPU Amazon EC2 sin GPU conectada 
que están disponibles para su uso con los portátiles Studio Classic. También incluye información 
sobre las especificaciones de cada tipo de instancia. Para las imágenes basadas en CPU, el tipo de 
instancia predeterminado es ml.t3.medium.

Para obtener información detallada sobre qué tipos de instancias se ajustan a su caso de uso y sus 
capacidades de rendimiento, consulte Tipos de instancia de Amazon Elastic Compute Cloud. Para 
obtener información acerca de los precios de estos tipos de instancias, consulte Precios de Amazon 
EC2.
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Note

Los tipos de instancias de lanzamiento rápido están optimizados para iniciarse en menos de 
dos minutos.

Instancias de CPU

Instancia Caso de uso Inicio rápido vCPU Memoria 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

ml.t3.medium Fin general Sí 2 4 Solo 
Amazon 
EBS

ml.t3.large Fin general No 2 8 Solo 
Amazon 
EBS

ml.t3.xlarge Fin general No 4 16 Solo 
Amazon 
EBS

ml.t3.2xlarge Fin general No 8 32 Solo 
Amazon 
EBS

ml.m5.large Fin general Sí 2 8 Solo 
Amazon 
EBS

ml.m5.xlarge Fin general No 4 16 Solo 
Amazon 
EBS
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Instancia Caso de uso Inicio rápido vCPU Memoria 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

ml.m5.2xlarge Fin general No 8 32 Solo 
Amazon 
EBS

ml.m5.4xlarge Fin general No 16 64 Solo 
Amazon 
EBS

ml.m5.8xlarge Fin general No 32 128 Solo 
Amazon 
EBS

ml.m5.12xlarge Fin general No 48 192 Solo 
Amazon 
EBS

ml.m5.16xlarge Fin general No 64 256 Solo 
Amazon 
EBS

ml.m5.24xlarge Fin general No 96 384 Solo 
Amazon 
EBS

ml.m5d.large Fin general No 2 8 SSD 
NVMe 
de 1 x 
75

Usa las libretas Studio Classic 460



Amazon SageMaker Guía para desarrolladores

Instancia Caso de uso Inicio rápido vCPU Memoria 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

ml.m5d.xlarge Fin general No 4 16 SSD 
NVMe 
de 1 x 
150

ml.m5d.2xlarge Fin general No 8 32 SSD 
NVMe 
de 1 x 
300

ml.m5d.4xlarge Fin general No 16 64 SSD 
NVMe 
de 2 x 
300

ml.m5d.8xlarge Fin general No 32 128 SSD 
NVMe 
de 2 x 
600

ml.m5d.12xlarge Fin general No 48 192 SSD 
NVMe 
de 2 x 
900

ml.m5d.16xlarge Fin general No 64 256 SSD 
NVMe 
de 4 x 
600
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Instancia Caso de uso Inicio rápido vCPU Memoria 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

ml.m5d.24xlarge Fin general No 96 384 SSD 
NVMe 
de 4 x 
900

ml.c5.large Optimizada para 
computación

Sí 2 4 Solo 
Amazon 
EBS

ml.c5.xlarge Optimizada para 
computación

No 4 8 Solo 
Amazon 
EBS

ml.c5.2xlarge Optimizada para 
computación

No 8 16 Solo 
Amazon 
EBS

ml.c5.4xlarge Optimizada para 
computación

No 16 32 Solo 
Amazon 
EBS

ml.c5.9xlarge Optimizada para 
computación

No 36 72 Solo 
Amazon 
EBS

ml.c5.12xlarge Optimizada para 
computación

No 48 96 Solo 
Amazon 
EBS

ml.c5.18xlarge Optimizada para 
computación

No 72 144 Solo 
Amazon 
EBS
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Instancia Caso de uso Inicio rápido vCPU Memoria 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

ml.c5.24xlarge Optimizada para 
computación

No 96 192 Solo 
Amazon 
EBS

ml.r5.large Optimizada para 
memoria

No 2 16 Solo 
Amazon 
EBS

ml.r5.xlarge Optimizada para 
memoria

No 4 32 Solo 
Amazon 
EBS

ml.r5.2xlarge Optimizada para 
memoria

No 8 64 Solo 
Amazon 
EBS

ml.r5.4xlarge Optimizada para 
memoria

No 16 128 Solo 
Amazon 
EBS

ml.r5.8xlarge Optimizada para 
memoria

No 32 256 Solo 
Amazon 
EBS

ml.r5.12xlarge Optimizada para 
memoria

No 48 384 Solo 
Amazon 
EBS

ml.r5.16xlarge Optimizada para 
memoria

No 64 512 Solo 
Amazon 
EBS
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Instancia Caso de uso Inicio rápido vCPU Memoria 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

ml.r5.24xlarge Optimizada para 
memoria

No 96 768 Solo 
Amazon 
EBS

Instancias con 1 o más GPU

En la siguiente tabla se enumeran los tipos de instancias de Amazon EC2 con 1 o más GPU 
conectadas que están disponibles para su uso con los portátiles Studio Classic. También incluye 
información sobre las especificaciones de cada tipo de instancia. El tipo de instancia predeterminado 
para las imágenes basadas en GPU es ml.g4dn.xlarge.

Para obtener información detallada sobre qué tipos de instancias se ajustan a su caso de uso y sus 
capacidades de rendimiento, consulte Tipos de instancia de Amazon Elastic Compute Cloud. Para 
obtener información acerca de los precios de estos tipos de instancias, consulte Precios de Amazon 
EC2.

Note

Los tipos de instancias de lanzamiento rápido están optimizados para iniciarse en menos de 
dos minutos.
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Instancias con 1 o más GPU

Instancia Caso de uso Inicio rápido GPU vCPU Memoria 
(GiB)

Memoria 
de 
GPU 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

ml.p3.2xlarge Computación 
acelerada

No 1 8 61 16 Solo 
Amazon 
EBS

ml.p3.8xlarge Computación 
acelerada

No 4 32 244 64 Solo 
Amazon 
EBS

ml.p3.16x 
large

Computación 
acelerada

No 8 64 488 128 Solo 
Amazon 
EBS

ml.p3dn.2 
4xlarge

Computación 
acelerada

No 8 96 768 256 SSD 
NVMe 
de 2 
x 900

ml.p4d.24 
xlarge

Computación 
acelerada

No 8 96 1152 320 
GB 
HBM2

SSD 
NVMe 
de 
8 x 
1000

ml.p4de.2 
4xlarge

Computación 
acelerada

No 8 96 1152 640 
GB 
HBM2e

SSD 
NVMe 
de 
8 x 
1000

ml.g4dn.x 
large

Computación 
acelerada

Sí 1 4 16 16 SSD 
NVMe 
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Instancia Caso de uso Inicio rápido GPU vCPU Memoria 
(GiB)

Memoria 
de 
GPU 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

de 1 
x 125

ml.g4dn.2 
xlarge

Computación 
acelerada

No 1 8 32 16 SSD 
NVMe 
de 1 
x 225

ml.g4dn.4 
xlarge

Computación 
acelerada

No 1 16 64 16 SSD 
NVMe 
de 1 
x 225

ml.g4dn.8 
xlarge

Computación 
acelerada

No 1 32 128 16 SSD 
NVMe 
de 1 
x 900

ml.g4dn.1 
2xlarge

Computación 
acelerada

No 4 48 192 64 SSD 
NVMe 
de 1 
x 900

ml.g4dn.1 
6xlarge

Computación 
acelerada

No 1 64 256 16 SSD 
NVMe 
de 1 
x 900

ml.g5.xlarge Computación 
acelerada

No 1 4 16 24 SSD 
NVMe 
de 1 
x 250
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Instancia Caso de uso Inicio rápido GPU vCPU Memoria 
(GiB)

Memoria 
de 
GPU 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

ml.g5.2xlarge Computación 
acelerada

No 1 8 32 24 SSD 
NVMe 
de 1 
x 450

ml.g5.4xlarge Computación 
acelerada

No 1 16 64 24 SSD 
NVMe 
de 1 
x 600

ml.g5.8xlarge Computación 
acelerada

No 1 32 128 24 SSD 
NVMe 
de 1 
x 900

ml.g5.12x 
large

Computación 
acelerada

No 4 48 192 96 SSD 
NVMe 
de 
1 x 
3800

ml.g5.16x 
large

Computación 
acelerada

No 1 64 256 24 SSD 
NVMe 
de 
1 x 
1900

ml.g5.24x 
large

Computación 
acelerada

No 4 96 384 96 SSD 
NVMe 
de 
1 x 
3800
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Instancia Caso de uso Inicio rápido GPU vCPU Memoria 
(GiB)

Memoria 
de 
GPU 
(GiB)

Almacenam 
iento 
de la 
instancia 
(GB)

ml.g5.48x 
large

Computación 
acelerada

No 8 192 768 192 SSD 
NVMe 
de 
2 x 
3800

SageMaker Imágenes de Amazon disponibles

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En esta página se enumeran las SageMaker imágenes y los núcleos asociados que están 
disponibles en Amazon SageMaker Studio Classic, así como el formato necesario para crear el 
ARN de cada imagen. SageMaker las imágenes contienen el SDK de Amazon SageMaker Python
más reciente y la última versión del núcleo. Para obtener más información, consulte Imágenes de 
contenedores de aprendizaje profundo.

Temas

• Formato de ARN de imagen

• Etiquetas URI compatibles

• Imágenes compatibles

• Imágenes programadas para su obsolescencia
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Formato de ARN de imagen

En la siguiente tabla se muestran los formatos de ARN y URI de la imagen para cada región. 
Para crear el ARN completo de una imagen, sustituya el marcador de posición del identificador de
recursos por el identificador de recursos correspondiente a la imagen de la tabla de 
imágenes y núcleos. SageMaker Para crear el URI completo de una imagen, sustituya el marcador 
de posición de la etiqueta por la etiqueta cpu o gpu correspondiente. Para ver la lista de 
etiquetas que puede usar, consulteEtiquetas URI compatibles.

Note

SageMaker Las imágenes de distribución utilizan un conjunto distinto de ARN de imágenes.

Región Formato de ARN de 
imagen

SageMaker Formato 
ARN de imagen de 
distribución

SageMaker Formato 
URI de imagen de 
distribución

us-east-1 arn:aws:sagemaker: 
us-east-1:08132539 
0199:imag 
e/resource- 
identifier

arn:aws:sagemaker: 
us-east-1:88585479 
1233:imag 
e/resource- 
identifier

885854791 
233.dkr. 
ecr.us-ea 
st-1.amaz 
onaws.com 
/: etiqueta 
sagemaker-
distribution-
prod

us-east-2 arn:aws:sagemaker: 
us-east-2:42970468 
7514:imag 
e/resource- 
identifier

arn:aws:sagemaker: 
us-east-2:13791489 
6644:imag 
e/resource- 
identifier

137914896644.dkr. 
ecr.us-east-2.amaz 
onaws.com/sagemake 
r-distribution-prod:
etiqueta

us-west-1 arn:aws:sagemaker: 
us-west-1:74209132 
7244:imag 

arn:aws:sagemaker: 
us-west-1:05363484 
1547:imag 

053634841547.dkr. 
ecr.us-west-1.amaz 
onaws.com/sagemake 
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e/resource- 
identifier

e/resource- 
identifier

r-distribution-prod:
etiqueta

us-west-2 arn:aws:sagemaker: 
us-west-2:23651454 
2706:imag 
e/resource- 
identifier

arn:aws:sagemaker: 
us-west-2:54291844 
6943:imag 
e/resource- 
identifier

542918446943.dkr. 
ecr.us-west-2.amaz 
onaws.com/sagemake 
r-distribution-prod:
etiqueta

af-south-1 arn:aws:sagemaker: 
af-south-1:5593120 
83959:ima 
ge/resource- 
identifier

arn:aws:sagemaker: 
af-south-1:2383842 
57742:ima 
ge/resource- 
identifier

238384257742.dkr. 
ecr.af-south-1.ama 
zonaws.com/sagemak 
er-distribution-prod:
etiqueta

ap-east-1 arn:aws:sagemaker: 
ap-east-1:49364249 
6378:imag 
e/resource- 
identifier

arn:aws:sagemaker: 
ap-east-1:52375126 
9255:imag 
e/resource- 
identifier

523751269 
255.dkr. 
ecr.ap-ea 
st-1.amaz 
onaws.com 
/: etiqueta 
sagemaker-
distribution-
prod

ap-south-1 arn:aws:sagemaker: 
ap-south-1:3941030 
62818:ima 
ge/resource- 
identifier

arn:aws:sagemaker: 
ap-south-1:2450905 
15133:ima 
ge/resource- 
identifier

245090515133.dkr. 
ecr.ap-south-1.ama 
zonaws.com/sagemak 
er-distribution-prod:
etiqueta
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ap-northeast-2 arn:aws:sagemaker: 
ap-northeast-2:806 
072073708 
:image/resource- 
identifier

arn:aws:sagemaker: 
ap-northeast-2:064 
688005998 
:image/resource- 
identifier

064688005 
998.dkr. 
ecr.ap-no 
rtheast-2 
.amazonaw 
s.com/: 
etiqueta 
sagemaker-
distribution-
prod

ap-southeast-1 arn:aws:sagemaker: 
ap-southeast-1:492 
261229750 
:image/resource- 
identifier

arn:aws:sagemaker: 
ap-southeast-1:022 
667117163 
:image/resource- 
identifier

022667117163.dkr. 
ecr.ap-southeast-1 
.amazonaws.com/sag 
emaker-distribution-
prod: etiqueta

ap-southeast-2 arn:aws:sagemaker: 
ap-southeast-2:452 
832661640 
:image/resource- 
identifier

arn:aws:sagemaker: 
ap-southeast-2:648 
430277019 
:image/resource- 
identifier

648430277 
019.dkr. 
ecr.ap-so 
utheast-2 
.amazonaw 
s.com/sag 
emaker-di 
stribution-
prod: etiqueta
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ap-northeast-1 arn:aws:sagemaker: 
ap-northeast-1:102 
112518831 
:image/resource- 
identifier

arn:aws:sagemaker: 
ap-northeast-1:010 
972774902 
:image/resource- 
identifier

010972774 
902.dkr. 
ecr.ap-no 
rtheast-1 
.amazonaw 
s.com/: 
etiqueta 
sagemaker-
distribution-
prod

ca-central-1 arn:aws:sagemaker: 
ca-central-1:31090 
6938811:i 
mage/resource- 
identifier

arn:aws:sagemaker: 
ca-central-1:48156 
1238223:i 
mage/resource- 
identifier

481561238223.dkr. 
ecr.ca-central-1.a 
mazonaws.com/
sagemaker-dist 
ribution-prod:
etiqueta

eu-central-1 arn:aws:sagemaker: 
eu-central-1:93669 
7816551:i 
mage/resource- 
identifier

arn:aws:sagemaker: 
eu-central-1:54542 
3591354:i 
mage/resource- 
identifier

545423591354.dkr. 
ecr.eu-central-1.a 
mazonaws.com/
sagemaker-dist 
ribution-prod:
etiqueta

eu-west-1 arn:aws:sagemaker: 
eu-west-1:47031725 
9841:imag 
e/resource- 
identifier

arn:aws:sagemaker: 
eu-west-1:81979252 
4951:imag 
e/resource- 
identifier

819792524 
951.dkr. 
ecr.eu-we 
st-1.amaz 
onaws.com 
/: etiqueta 
sagemaker-
distribution-
prod
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eu-west-2 arn:aws:sagemaker: 
eu-west-2:71277966 
5605:imag 
e/resource- 
identifier

arn:aws:sagemaker: 
eu-west-2:02108140 
2939:imag 
e/resource- 
identifier

021081402939.dkr. 
ecr.eu-west-2.amaz 
onaws.com/sagemake 
r-distribution-prod:
etiqueta

eu-west-3 arn:aws:sagemaker: 
eu-west-3:61554785 
6133:imag 
e/resource- 
identifier

arn:aws:sagemaker: 
eu-west-3:85641620 
4555:imag 
e/resource- 
identifier

856416204555.dkr. 
ecr.eu-west-3.amaz 
onaws.com/sagemake 
r-distribution-prod:
etiqueta

eu-north-1 arn:aws:sagemaker: 
eu-north-1:2436375 
12696:ima 
ge/resource- 
identifier

arn:aws:sagemaker: 
eu-north-1:1756201 
55138:ima 
ge/resource- 
identifier

175620155 
138.dkr. 
ecr.eu-no 
rth-1.ama 
zonaws.co 
m/: etiqueta 
sagemaker-
distribution-
prod

eu-south-1 arn:aws:sagemaker: 
eu-south-1:5927512 
61982:ima 
ge/resource- 
identifier

arn:aws:sagemaker: 
eu-south-1:8106717 
68855:ima 
ge/resource- 
identifier

810671768 
855.dkr. 
ecr.eu-so 
uth-1.ama 
zonaws.co 
m/: etiqueta 
sagemaker-
distribution-
prod
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sa-east-1 arn:aws:sagemaker: 
sa-east-1:78248440 
2741:imag 
e/resource- 
identifier

arn:aws:sagemaker: 
sa-east-1:56755664 
1782:imag 
e/resource- 
identifier

567556641 
782.dkr. 
ecr.sa-ea 
st-1.amaz 
onaws.com 
/: etiqueta 
sagemaker-
distribution-
prod

ap-northeast-3 arn:aws:sagemaker: 
ap-northeast-3:792 
733760839 
:image/resource- 
identifier

arn:aws:sagemaker: 
ap-northeast-3:564 
864627153 
:image/resource- 
identifier

564864627 
153.dkr. 
ecr.ap-no 
rtheast-3 
.amazonaw 
s.com/: 
etiqueta 
sagemaker-
distribution-
prod

ap-southeast-3 arn:aws:sagemaker: 
ap-southeast-3:276 
181064229 
:image/resource- 
identifier

arn:aws:sagemaker: 
ap-southeast-3:370 
607712162 
:image/resource- 
identifier

370607712162.dkr. 
ecr.ap-southeast-3 
.amazonaws.com/sag 
emaker-distribution-
prod: etiqueta

me-south-1 arn:aws:sagemaker: 
me-south-1:1175169 
05037:ima 
ge/resource- 
identifier

arn:aws:sagemaker: 
me-south-1:5237743 
47010:ima 
ge/resource- 
identifier

523774347 
010.dkr. 
ecr.me-so 
uth-1.ama 
zonaws.co 
m/: etiqueta 
sagemaker-
distribution-
prod
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me-central-1 arn:aws:sagemaker: 
me-centra 
l-1:103105715889:i 
mage/resource- 
identifier

arn:aws:sagemaker: 
me-centra 
l-1:358593528301:i 
mage/resource- 
identifier

358593528 
301.dkr. 
ecr.me-ce 
ntral-1.a 
mazonaws. 
com/: etiqueta 
sagemaker-
distribution-
prod

Etiquetas URI compatibles

La siguiente lista muestra las etiquetas que puedes incluir en el URI de tu imagen.

• 1 CPU

• 1 GPU

• 0 CPU

• 0-gpu

Los siguientes ejemplos muestran los URI con varios formatos de etiquetas:

• 542918446943.dkr. ecr.us-west-2.amazonaws.com /:1-cpu sagemaker-distribution-prod

• 542918446943.dkr. ecr.us-west-2.amazonaws.com /:0-gpu sagemaker-distribution-prod

Imágenes compatibles

La siguiente tabla proporciona información sobre las SageMaker imágenes y los núcleos asociados 
que están disponibles en Amazon SageMaker Studio Classic, así como el identificador de recursos y 
la versión de Python incluidos en la imagen.
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SageMaker imágenes y núcleos

SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

SageMaker CPU 
de distribución v0

SageMaker 
Distribut 
ion v0 CPU  es 
una imagen de 
Python 3.8 que 
incluye marcos 
populares para el 
machine learning, 
la ciencia de datos 
y la visualización 
en la CPU. Esto 
incluye marcos 
de aprendiza 
je profundo 
como PyTorch 
TensorFlow y 
Keras; paquetes 
populares de 
Python como 
numpy, scikit-le 
arn y pandas; e 
IDE como Jupyter 
Lab. Para obtener 
más informaci 
ón, consulta 
el repositorio 
de Amazon 
SageMaker 
Distribution.

sagemaker-distribu 
tion-cpu-v0

Python 3 (python3) Python 
3.8
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

SageMaker GPU 
Distribution v0

SageMaker 
Distribut 
ion v0 GPU  es 
una imagen de 
Python 3.8 que 
incluye marcos 
populares para el 
machine learning, 
la ciencia de datos 
y la visualización 
en la GPU. Esto 
incluye marcos 
de aprendiza 
je profundo 
como PyTorch 
TensorFlow y 
Keras; paquetes 
populares de 
Python como 
numpy, scikit-le 
arn y pandas; e 
IDE como Jupyter 
Lab. Para obtener 
más informaci 
ón, consulta 
el repositorio 
de Amazon 
SageMaker 
Distribution.

sagemaker-distribu 
tion-gpu-v0

Python 3 (python3) Python 
3.8
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

SageMaker CPU 
de distribución v1

SageMaker 
Distribution 
v1 CPUes una 
imagen de Python 
3.10 que incluye 
marcos populares 
para el aprendiza 
je automático, la 
ciencia de datos y 
el análisis de datos 
en la CPU. Esto 
incluye marcos 
de aprendiza 
je profundo 
como PyTorch 
TensorFlow y 
Keras; paquetes 
populares de 
Python como 
numpy, scikit-le 
arn y pandas; e 
IDE como Jupyter 
Lab. Para obtener 
más informaci 
ón, consulta 
el repositorio 
de Amazon 
SageMaker 
Distribution.

sagemaker-distribu 
tion-cpu-v1

Python 3 (python3) Python 
3.10
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

SageMaker GPU 
Distribution v1

SageMaker 
Distribution 
v1 GPUes una 
imagen de Python 
3.10 que incluye 
marcos populares 
para el aprendiza 
je automático, la 
ciencia de datos y 
el análisis de datos 
en la GPU. Esto 
incluye marcos 
de aprendiza 
je profundo 
como PyTorch 
TensorFlow y 
Keras; paquetes 
populares de 
Python como 
numpy, scikit-le 
arn y pandas; e 
IDE como Jupyter 
Lab. Para obtener 
más informaci 
ón, consulta 
el repositorio 
de Amazon 
SageMaker 
Distribution.

sagemaker-distribu 
tion-gpu-v1

Python 3 (python3) Python 
3.10
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

Base Python 3.0 Imagen oficial 
de Python 3.10 
DockerHub con 
boto3 e incluida. 
AWS CLI

sagemaker-base-
python-310-v1

Python 3 (python3) Python 
3.10

Base Python 2.0 Imagen oficial de 
Python 3.8 tomada 
DockerHub con 
boto3 e AWS CLI 
incluida.

sagemaker-base-
python-38

Python 3 (python3) Python 
3.8

Data Science 3.0 Data Science 
3.0es una imagen
conda de Python 
3.10 basada en la
versión 2022.10 
de anaconda
con los paquetes 
y bibliotecas 
de Python más 
utilizados, como 
Learn. NumPy 
SciKit

sagemaker-data-
science-310-v1

Python 3 (python3) Python 
3.10
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

Data Science 2.0 Data Science 
2.0es una imagen
conda de Python 
3.8 basada en la
versión 2021.11 
de anaconda
con los paquetes 
y bibliotecas 
de Python más 
utilizados, como 
Learn. NumPy 
SciKit

sagemaker-data-
science-38

Python 3 (python3) Python 
3.8
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

Geospatial 1.0 Amazon 
SageMaker 
geospatial es 
una imagen de 
Python que consta 
de bibliotecas 
geoespaciales de 
uso común, como 
GDAL, Fiona, 
Shapely y Rasterio, 
y le permite 
visualizar los datos 
geoespaciales 
que contiene. 
GeoPandas 
SageMaker Para 
obtener más 
información, 
consulte Amazon 
SageMaker 
Geospatial 
Notebook SDK

sagemaker-
geospatial-1.0

Python 3 (python3) Python 
3.10
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

PyTorch 2.0.0 
Python 3.10 
Optimizado para 
CPU

Los AWS Deep 
Learning Container 
s para PyTorch 
2.0.0 incluyen 
contenedores 
para el entrenami 
ento en la CPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

pytorch-2.0.0-cpu- 
py310

Python 3 (python3) Python 
3.10
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

PyTorch 2.0.0 
Python 3.10 
optimizado para 
GPU

Los AWS Deep 
Learning Container 
s para PyTorch 
2.0.0 con CUDA 
11.8 incluyen 
contenedores 
para el entrenami 
ento en GPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

pytorch-2.0.0-gpu- 
py310

Python 3 (python3) Python 
3.10
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

PyTorch 1.13 
Python 3.9 
optimizado para 
CPU

Los AWS Deep 
Learning Container 
s para la PyTorch 
versión 1.13 
con CUDA 
11.3 incluyen 
contenedores 
para el entrenami 
ento en la CPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

pytorch-1.13-cpu-p 
y39

Python 3 (python3) Python 
3.9
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

PyTorch 1.13 
Python 3.9 
optimizado para 
GPU

Los AWS Deep 
Learning Container 
s para la PyTorch 
versión 1.13 
con CUDA 
11.7 incluyen 
contenedores 
para el entrenami 
ento en la GPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

pytorch-1.13-gpu-p 
y39

Python 3 (python3) Python 
3.9
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

PyTorch 1.12 
Python 3.8 
optimizado para 
CPU

Los AWS Deep 
Learning Container 
s para la PyTorch 
versión 1.12 
con CUDA 
11.3 incluyen 
contenedores 
para el entrenami 
ento en la CPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte AWSDeep 
Learning Container 
s para PyTorch 
1.12.0.

pytorch-1.12-cpu-p 
y38

Python 3 (python3) Python 
3.8
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

PyTorch 1.12 
Python 3.8 
optimizado para 
GPU

Los AWS Deep 
Learning Container 
s para la PyTorch 
versión 1.12 
con CUDA 
11.3 incluyen 
contenedores 
para el entrenami 
ento en la GPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte AWSDeep 
Learning Container 
s para PyTorch 
1.12.0.

pytorch-1.12-gpu-p 
y38

Python 3 (python3) Python 
3.8
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

PyTorch 1.10 
Python 3.8 
optimizado para 
CPU

Los AWS Deep 
Learning Container 
s para la PyTorch 
versión 1.10 
incluyen contenedo 
res para el 
entrenamiento 
en la CPU, 
optimizados para 
el rendimiento y 
la AWS escalabil 
idad. Para obtener 
más información, 
consulte AWSDeep 
Learning Container 
s para la PyTorch 
versión 1.10.2 
en adelante 
SageMaker.

pytorch-1.10-cpu-p 
y38

Python 3 (python3) Python 
3.8
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

PyTorch 1.10 
Python 3.8 
optimizado para 
GPU

Los AWS Deep 
Learning Container 
s para la PyTorch 
versión 1.10 
con CUDA 
11.3 incluyen 
contenedores 
para el entrenami 
ento en la GPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte AWSDeep 
Learning Container 
s para la PyTorch 
versión 1.10.2 
en adelante 
SageMaker.

pytorch-1.10-gpu-p 
y38

Python 3 (python3) Python 
3.8
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

SparkAnalytics 2.0 Edición individua 
l de Anaconda 
con núcleos 
PySpark Spark. 
Para obtener 
más información, 
consulte sparkmagi 
c.

sagemaker-
sparkanalytics-31 
0-v1

• SparkMagi 
c Spark 
(_sparkmagic-
sparkkernel) 
conda-env-sm

• SparkMagic 
PySpark conda-
env-sm(_spar 
kmagic-py 
sparkkernel)

• Glue Spark 
(conda-env-
sm_glue_is-
glue_spark)

• Glue Python 
[PySpark y Ray] 
(conda-env-
sm_glue_is-
glue_pyspark)

Python 
3.10
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

SparkAnalytics 1.0 Edición individua 
l de Anaconda 
con núcleos 
PySpark Spark. 
Para obtener 
más información, 
consulte sparkmagi 
c.

sagemaker-
sparkanalytics-v1

• SparkMagic 
Spark (conda-
env-sm_spar 
kmagic-sp 
arkkernel)

• SparkMagic 
PySpark conda-
env-sm(_spar 
kmagic-py 
sparkkernel)

• Glue Spark 
(conda-env-
sm_glue_is-
glue_spark)

• Glue Python 
[PySpark y Ray] 
(conda-env-
sm_glue_is-
glue_pyspark)

Python 
3.8
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

TensorFlow 2.12.0 
Python 3.10 
Optimizado para 
CPU

Los AWS Deep 
Learning Container 
s para TensorFlow 
2.12.0 con CUDA 
11.2 incluyen 
contenedores 
para el entrenami 
ento en la CPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

tensorflow-2.12.0- 
cpu-py310-
ubuntu20.04-
sagemaker-v1.0

Python 3 (python3) Python 
3.10
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

TensorFlow 2.12.0 
Python 3.10 
optimizado para 
GPU

Los AWS Deep 
Learning Container 
s para TensorFlow 
2.12.0 con CUDA 
11.8 incluyen 
contenedores 
para el entrenami 
ento en GPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

tensorflow-2.12.0- 
gpu-py310-cu118-
ubuntu20.04-
sagemaker-v1

Python 3 (python3) Python 
3.10
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

TensorFlow 
2.11.0 Python 3.9 
Optimizado para 
CPU

Los AWS Deep 
Learning Container 
s para TensorFlow 
2.11.0 con CUDA 
11.2 incluyen 
contenedores 
para el entrenami 
ento en la CPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

tensorflow-2.11.0- 
cpu-py39- 
ubuntu20.04-
sagemaker-v1.1

Python 3 (python3) Python 
3.9
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

TensorFlow 
2.11.0 Python 3.9 
optimizado para 
GPU

Los AWS Deep 
Learning Container 
s para TensorFlow 
2.11.0 con CUDA 
11.2 incluyen 
contenedores 
para el entrenami 
ento en GPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

tensorflow-2.11.0- 
gpu-py39-cu112-
ubuntu20.04- 
sagemaker-v1.1

Python 3 (python3) Python 
3.9
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

TensorFlow 
2.10 Python 3.9 
optimizado para 
CPU

Los AWS Deep 
Learning Container 
s para TensorFlo 
w 2.10 con CUDA 
11.2 incluyen 
contenedores 
para el entrenami 
ento en la CPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

tensorflow-2.10.1- 
cpu-py39- 
ubuntu20.04-
sagemaker-v1.2

Python 3 (python3) Python 
3.9
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

TensorFlow 
2.10 Python 3.9 
optimizado para 
GPU

Los AWS Deep 
Learning Container 
s para TensorFlo 
w 2.10 con CUDA 
11.2 incluyen 
contenedores 
para el entrenami 
ento en GPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte Notas 
de versión para 
contenedores 
de aprendizaje 
profundo.

tensorflow-2.10.1- 
gpu-py39- 
ubuntu20.04-
sagemaker-v1.2

Python 3 (python3) Python 
3.9
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

TensorFlow 
2.6 Python 3.8 
optimizado para 
CPU

Los AWS Deep 
Learning Container 
s para TensorFlo 
w 2.6 incluyen 
contenedores 
para el entrenami 
ento en GPU, 
optimizados para 
el rendimiento y la 
escalabilidadAWS. 
Para obtener 
más información, 
consulte AWSDeep 
Learning Container 
s para TensorFlow 
2.6.

tensorflow-2.6-cpu-
py38-ubuntu20.04- 
v1

Python 3 (python3) Python 
3.8

Usa las libretas Studio Classic 499
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SageMaker 
Imagen

Descripción Identificador de 
recursos

Núcleos (e identific 
ador)

Versión 
de 
Python

TensorFlow 
2.6 Python 3.8 
optimizado para 
GPU

Los AWS Deep 
Learning Container 
s para TensorFlo 
w 2.6 con CUDA 
11.2 incluyen 
contenedores 
para el entrenami 
ento en GPU, 
optimizados para 
el rendimiento y 
la escalabilidad. 
AWS Para obtener 
más información, 
consulte AWSDeep 
Learning Container 
s para TensorFlow 
2.6.

tensorflow-2.6-gpu-
py38-cu112-ubuntu 
20.04-v1

Python 3 (python3) Python 
3.8

Imágenes programadas para su obsolescencia

SageMaker finaliza el soporte para las imágenes el día siguiente al final de su vida útil por parte del 
editor de alguno de los paquetes de la imagen.

Está previsto que las siguientes SageMaker imágenes queden en desuso. Estas imágenes están 
basadas en Python 3.7, que llegó end-of-lifeel 27 de junio de 2023. A partir del 30 de octubre de 
2023, SageMaker dejaremos de admitir estas imágenes y no se podrán seleccionar desde la interfaz 
de usuario de Studio Classic. Para evitar problemas de disconformidad normativa, si utiliza alguna de 
estas imágenes, le recomendamos que cambie a una imagen con una versión posterior.

Usa las libretas Studio Classic 500
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SageMaker imágenes cuya obsolescencia está prevista

SageMaker 
Imagen

Fecha de baja Descripción Identificador de 
recursos

Kernels Versión 
de 
Python

Data Science 30 de octubre de 
2023

Data 
Sciencees una 
imagen conda
de Python 3.7 
con los paquetes 
y bibliotecas 
de Python más 
utilizados, como 
NumPy SciKit 
Learn.

datascience-1.0 Python 
3

Python 
3.7

SageMaker 
JumpStart 
Ciencia de datos 
1.0

30 de octubre de 
2023

SageMaker 
JumpStart 
Data Science 
1.0es una 
SageMaker 
JumpStart 
imagen que 
incluye paquetes 
y bibliotecas de 
uso común.

sagemaker-
jumpstart-data-
science-1.0

Python 
3

Python 
3.7

SageMaker 
JumpStart 
MXNet 1.0

30 de octubre de 
2023

SageMaker 
JumpStart 
MXNet 1.0es 
una SageMaker 
JumpStart 
imagen que 
incluye MXNet.

sagemaker 
-jumpstart-
mxnet-1.0

Python 
3

Python 
3.7

Usa las libretas Studio Classic 501
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SageMaker 
Imagen

Fecha de baja Descripción Identificador de 
recursos

Kernels Versión 
de 
Python

SageMaker 
JumpStart 
PyTorch 1,0

30 de octubre de 
2023

SageMaker 
JumpStart 
PyTorch 
1.0es una 
SageMaker 
JumpStart 
imagen que 
incluye PyTorch.

sagemaker 
-jumpstart-
pytorch-1.0

Python 
3

Python 
3.7

SageMaker 
JumpStart 
TensorFlow 1,0

30 de octubre de 
2023

SageMaker 
JumpStart 
TensorFlo 
w 1.0 es una 
SageMaker 
JumpStart 
imagen 
que incluye 
TensorFlow.

sagemaker 
-jumpstart-
tensorflow-1.0

Python 
3

Python 
3.7

SparkMagic 30 de octubre de 
2023

Edición individua 
l de Anaconda 
con PySpark 
núcleos Spark. 
Para obtener 
más informaci 
ón, consulte
sparkmagic.

sagemaker-
sparkmagic

• PySpark

• Spark

Python 
3.7

Usa las libretas Studio Classic 502
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SageMaker 
Imagen

Fecha de baja Descripción Identificador de 
recursos

Kernels Versión 
de 
Python

TensorFlow 
2.3 Python 3.7 
Optimizado para 
CPU

30 de octubre de 
2023

Los AWS 
Deep Learning 
Containers para 
TensorFlow 
2.3 incluyen 
contenedo 
res para el 
entrenamiento 
en la CPU, 
optimizad 
os para el 
rendimiento 
y la escalabil 
idadAWS. 
Para obtener 
más informaci 
ón, consulte
AWSDeep 
Learning 
Containers con 
TensorFlow 
2.3.0.

tensorflow-2.3-
cpu-py37-ubu 
ntu18.04-v1

Python 
3

Python 
3.7

Usa las libretas Studio Classic 503
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SageMaker 
Imagen

Fecha de baja Descripción Identificador de 
recursos

Kernels Versión 
de 
Python

TensorFlow 
2.3 Python 3.7 
Optimizado para 
GPU

30 de octubre de 
2023

Los AWS 
Deep Learning 
Containers para 
TensorFlow 
2.3 con CUDA 
11.0 incluyen 
contenedo 
res para el 
entrenami 
ento en GPU, 
optimizad 
os para el 
rendimiento 
y la escalabil 
idad. AWS 
Para obtener 
más informaci 
ón, consulte
AWSDeep 
Learning 
Containers para 
TensorFlow 
2.3.1 con CUDA 
11.0.

tensorflow-2.3-
gpu-py37-cu1 
10-ubuntu18.04-
v3

Python 
3

Python 
3.7

Usa las libretas Studio Classic 504
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SageMaker 
Imagen

Fecha de baja Descripción Identificador de 
recursos

Kernels Versión 
de 
Python

TensorFlow 
1.15 Python 3.7 
Optimizado para 
CPU

30 de octubre de 
2023

Los AWS 
Deep Learning 
Containers para 
la TensorFlo 
w versión 
1.15 incluyen 
contenedo 
res para el 
entrenamiento 
en la CPU, 
optimizad 
os para el 
rendimien 
to y la AWS 
escalabilidad. 
Para obtener 
más informaci 
ón, consulte
AWSDeep 
Learning 
Containers v7.0 
para TensorFlo 
w.

tensorflow-1.15-
cpu-py37-ub 
untu18.04-v7

Python 
3

Python 
3.7

Usa las libretas Studio Classic 505
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SageMaker 
Imagen

Fecha de baja Descripción Identificador de 
recursos

Kernels Versión 
de 
Python

TensorFlow 
1.15 Python 3.7 
optimizado para 
GPU

30 de octubre de 
2023

Los AWS 
Deep Learning 
Containers para 
la TensorFlo 
w versión 1.15 
con CUDA 
11.0 incluyen 
contenedo 
res para el 
entrenamiento 
en la GPU, 
optimizad 
os para el 
rendimiento 
y la escalabil 
idad. AWS 
Para obtener 
más informaci 
ón, consulte
AWSDeep 
Learning 
Containers v7.0 
para TensorFlo 
w.

tensorflow-1.15-
gpu-py37-cu 
110-ubunt 
u18.04-v8

Python 
3

Python 
3.7

Personaliza Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
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para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Existen cuatro opciones para personalizar el entorno de Amazon SageMaker Studio Classic. 
Aporta su propia SageMaker imagen, utiliza un script de configuración del ciclo de vida, adjunta los 
repositorios de Git sugeridos a Studio Classic o crea núcleos mediante entornos Conda persistentes 
en Amazon EFS. Utilice cada opción de forma individual o conjunta.

• Traiga su propia SageMaker imagen: una SageMaker imagen es un archivo que identifica los 
núcleos, los paquetes de idioma y otras dependencias necesarias para ejecutar un cuaderno 
de Jupyter en Amazon Studio Classic. SageMaker Amazon SageMaker proporciona muchas 
imágenes integradas para que las utilices. Si necesitas una funcionalidad diferente, puedes traer 
tus propias imágenes personalizadas a Studio Classic.

• Utilice las configuraciones del ciclo de vida con Amazon SageMaker Studio Classic: las 
configuraciones del ciclo de vida son scripts de shell activados por eventos del ciclo de vida de 
Amazon SageMaker Studio Classic, como iniciar un nuevo bloc de notas de Studio Classic. Puede 
utilizar las configuraciones del ciclo de vida para automatizar la personalización de su entorno de 
Studio Classic. Por ejemplo, puede instalar paquetes personalizados, configurar extensiones de 
notebook, cargar previamente conjuntos de datos y configurar repositorios de código fuente.

• Adjunta los repositorios de Git sugeridos a Studio Classic: puedes adjuntar las URL sugeridas de 
repositorios de Git a nivel de SageMaker dominio de Amazon o perfil de usuario. A continuación, 
puede seleccionar la URL del repositorio de la lista de sugerencias y clonarla en su entorno 
mediante la extensión Git de Studio Classic.

• Mantenga los entornos de Conda en el volumen Amazon EFS de Studio Classic: Studio Classic 
utiliza un volumen Amazon EFS como capa de almacenamiento persistente. Puede guardar su 
entorno de Conda en este volumen de Amazon EFS y, a continuación, utilizar el entorno guardado 
para crear kernels. Studio Classic recoge automáticamente todos los entornos válidos guardados 
en Amazon EFS como KernelGateway núcleos. Estos núcleos persisten hasta que se reinicia el 
núcleo, la aplicación y Studio Classic. Para obtener más información, consulte la sección Persistir 
los entornos de Conda en el volumen EFS de Studio Classic en Cuatro enfoques para administrar 
paquetes de Python en los cuadernos de Amazon SageMaker Studio Classic.

En los temas siguientes se muestra cómo utilizar estas tres opciones para personalizar el entorno de 
Amazon SageMaker Studio Classic.
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Temas

• Traiga su propia SageMaker imagen

• Utilice las configuraciones del ciclo de vida con Amazon SageMaker Studio Classic

• Adjunta los repositorios de Git sugeridos a Studio Classic

Traiga su propia SageMaker imagen

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Una SageMaker imagen es un archivo que identifica los núcleos, los paquetes de idioma y otras 
dependencias necesarias para ejecutar un cuaderno de Jupyter en Amazon Studio Classic. 
SageMaker Estas imágenes se utilizan para crear un entorno desde el que se ejecutan los 
cuadernos de Jupyter. Amazon SageMaker proporciona muchas imágenes integradas para que 
las utilices. Para ver la lista de imágenes integradas, consulte  SageMaker Imágenes de Amazon 
disponibles.

Si necesitas una funcionalidad diferente, puedes traer tus propias imágenes personalizadas a 
Studio Classic. Puede crear imágenes y versiones de imágenes y adjuntar versiones de imágenes 
a su dominio o espacio compartido mediante el panel de SageMaker control AWS SDK for Python 
(Boto3), y AWS Command Line Interface(AWS CLI). También puedes crear imágenes y versiones 
de imágenes mediante la SageMaker consola, incluso si no has incorporado ningún dominio. 
SageMaker SageMakerproporciona archivos Dockerfiles de muestra para utilizarlos como punto de 
partida para sus SageMaker imágenes personalizadas en el repositorio de muestras de imágenes
personalizadas de SageMaker Studio Classic.

En los siguientes temas se explica cómo crear su propia imagen mediante la SageMaker consola 
oAWS CLI, a continuación, lanzar la imagen en Studio Classic. Para ver un artículo de blog similar, 
consulte Cómo incorporar su propio entorno R a Amazon SageMaker Studio Classic. Para ver 
cuadernos que muestran cómo crear su propia imagen para utilizarla en el entrenamiento y la 
inferencia, consulte la CLI de compilación de contenedores clásicos de Amazon SageMaker Studio.
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Terminología clave

En la siguiente sección, se definen los términos clave para utilizar su propia imagen con Studio 
Classic.

• Dockerfile: un Dockerfile es un archivo que identifica los paquetes de idioma y otras dependencias 
de la imagen de Docker.

• Imagen de Docker: la imagen de Docker es un Dockerfile compilado. Esta imagen está registrada 
en Amazon ECR y sirve de base para la SageMaker imagen.

• SageMaker imagen: una SageMaker imagen es el soporte para un conjunto de versiones de 
SageMaker imágenes basadas en imágenes de Docker. Cada versión de imagen es inmutable.

• Versión de imagen: una versión de imagen de una SageMaker imagen representa una imagen de 
Docker y se almacena en un repositorio de Amazon ECR. Cada versión de imagen es inmutable. 
Estas versiones de imágenes se pueden adjuntar a un dominio o espacio compartido y se pueden 
utilizar con Studio Classic.

Temas

• Especificaciones SageMaker de imagen personalizadas

• Requisitos previos

• Añadir una imagen de Docker compatible con Studio Classic a Amazon ECR

• Cree una SageMaker imagen personalizada

• Adjunta una SageMaker imagen personalizada

• Lanzar una SageMaker imagen personalizada en Amazon SageMaker Studio Classic

• Limpieza de recursos

Especificaciones SageMaker de imagen personalizadas

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.
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Las siguientes especificaciones se aplican a la imagen del contenedor que se representa mediante 
una versión de SageMaker imagen.

Ejecutar la imagen

ENTRYPOINTy se anulan CMD las instrucciones para permitir que la imagen se ejecute como una 
KernelGateway aplicación.

El puerto 8888 de la imagen está reservado para ejecutar el servidor KernelGateway web.

Detener la imagen

La API DeleteApp emite el equivalente de un comando docker stop. Otros procesos del 
contenedor no recibirán las señales SIGKILL/SIGTERM.

Descubrimiento de kernel

SageMaker reconoce los núcleos tal y como los definen las especificaciones del núcleo de 
Jupyter.

Puede especificar una lista de kernels que se van a mostrar antes de ejecutar la imagen. Si no 
se especifica, se muestra python3. Utilice la DescribeAppImageConfigAPI para ver la lista de 
núcleos.

Los entornos Conda se reconocen como especificaciones del kernel de forma predeterminada.

Sistema de archivos

Los directorios /opt/.sagemakerinternal y /opt/ml están reservados. Es posible que los 
datos de estos directorios no estén visibles en tiempo de ejecución.

Datos de usuario

Cada usuario de un dominio obtiene un directorio de usuarios en un volumen compartido de 
Amazon Elastic File System de la imagen. La ubicación del directorio del usuario actual en el 
volumen de Amazon EFS se puede configurar. El directorio /home/sagemaker-user es la 
ubicación predeterminada del archivo.

SageMaker configura las asignaciones UID/GID POSIX entre la imagen y el host. De forma 
predeterminada, se asigna el UID/GID del usuario raíz (0/0) al UID/GID del host.

Puede especificar estos valores mediante la API. CreateAppImageConfig
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Límites de GID/UID

Amazon SageMaker Studio Classic solo admite lo siguiente DefaultUID y DefaultGID
combinaciones:

• DefaultUID: 1000 y DefaultGID: 100, que corresponde a un usuario sin privilegios.

• DefaultUID: 0 y DefaultGID: 0, que corresponde al acceso raíz.

Metadatos

Hay un archivo de metadatos en /opt/ml/metadata/resource-metadata.json. No se 
añaden variables de entorno adicionales a las variables definidas en la imagen. Para obtener más 
información, consulte Obtener metadatos de aplicaciones.

GPU

En una instancia de GPU, la imagen se ejecuta con la opción --gpus. Solo debe incluirse el 
kit de herramientas CUDA en la imagen, no en los controladores NVIDIA. Para obtener más 
información, consulte la Guía del usuario de NVIDIA.

Métricas y registro

Los registros del KernelGateway proceso se envían a Amazon CloudWatch en la cuenta del 
cliente. El nombre del grupo de registro es /aws/sagemaker/studio. El nombre del flujo de 
registro. es $domainID/$userProfileName/KernelGateway/$appName.

Tamaño de imagen

Limitado a 25 GB. Para ver el tamaño de la imagen, ejecute docker image ls.

Ejemplo de Dockerfile

El siguiente ejemplo de Dockerfile crea un Amazon Linux 2 basado en imágenes, instala paquetes de 
terceros y el kernel python3, y establece el ámbito para el usuario sin privilegios.

FROM public.ecr.aws/amazonlinux/amazonlinux:2

ARG NB_USER="sagemaker-user"
ARG NB_UID="1000"
ARG NB_GID="100"

RUN \ 
    yum install --assumeyes python3 shadow-utils && \ 
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    useradd --create-home --shell /bin/bash --gid "${NB_GID}" --uid ${NB_UID} 
 ${NB_USER} && \ 
    yum clean all && \ 
    python3 -m pip install ipykernel && \ 
    python3 -m ipykernel install

USER ${NB_UID}

Requisitos previos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Debe cumplir los siguientes requisitos previos para traer su propio contenedor para usarlo con 
Amazon SageMaker Studio Classic.

• La aplicación Docker. Para obtener información sobre cómo configurar Docker, consulte
Orientación y configuración.

• Comience a utilizar AWS CLI siguiendo los pasos de Introducción a AWS CLI.

• Una copia local de cualquier Dockerfile para crear una imagen compatible con Studio Classic. 
Para ver ejemplos de imágenes personalizadas, consulta el repositorio de ejemplos de imágenes 
personalizadas de SageMaker Studio Classic.

• Permisos para acceder al servicio Amazon Elastic Container Registry (Amazon ECR). Para 
obtener más información, consulte Políticas administradas de Amazon ECR.

• Un rol AWS Identity and Access Management de ejecución al que se adjunta la
AmazonSageMakerFullAccesspolítica. Si te has incorporado a un SageMaker dominio de Amazon, 
puedes obtener el puesto en la sección Resumen del dominio del panel de SageMaker control.

• Instale la CLI de compilación de imágenes de Studio Classic siguiendo los pasos de SageMaker 
Docker Build. Esta CLI le permite crear un archivo Dockerfile mediante AWS CodeBuild.
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Añadir una imagen de Docker compatible con Studio Classic a Amazon ECR

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Lleve a cabo los siguientes pasos para agregar una imagen de contenedor a Amazon ECR:

• Cree un repositorio de Amazon ECR.

• Autentíquese en Amazon ECR.

• Cree una imagen de Docker compatible con Studio Classic.

• Cargue la imagen en el repositorio de Amazon ECR.

Note

El repositorio de Amazon ECR debe estar en el mismo lugar que el Región de AWS de 
Studio Classic.

Para crear y añadir una imagen de contenedor a Amazon ECR

1. Cree un repositorio de Amazon ECR usando AWS CLI. Para crear el repositorio mediante la 
consola de Amazon ECR, consulte Crear un repositorio.

aws ecr create-repository \ 
    --repository-name smstudio-custom \ 
    --image-scanning-configuration scanOnPush=true

El resultado debería ser similar al siguiente.

{ 
    "repository": { 
        "repositoryArn": "arn:aws:ecr:us-east-2:acct-id:repository/smstudio-
custom", 
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        "registryId": "acct-id", 
        "repositoryName": "smstudio-custom", 
        "repositoryUri": "acct-id.dkr.ecr.us-east-2.amazonaws.com/smstudio-custom", 
        ... 
    }
}

2. Compruébelo Dockerfile con la CLI de compilación de imágenes de Studio Classic. El 
punto (.) especifica que Dockerfile debe estar en el contexto del comando de compilación. Este 
comando crea la imagen y carga la imagen compilada en el repositorio ECR. A continuación, 
emite el URI de la imagen.

sm-docker build . --repository smstudio-custom:custom

El resultado debería ser similar al siguiente.

Image URI: <acct-id>.dkr.ecr.<region>.amazonaws.com/<image_name>

Cree una SageMaker imagen personalizada

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En este tema se describe cómo se puede crear una SageMaker imagen personalizada mediante la 
SageMaker consola oAWS CLI.

Al crear una imagen desde la consola, SageMaker también crea una versión inicial de la imagen. La 
versión de la imagen representa una imagen de contenedor en Amazon Elastic Container Registry 
(ECR). La imagen del contenedor debe cumplir los requisitos para su uso en Amazon SageMaker 
Studio Classic. Para obtener más información, consulte Especificaciones SageMaker de imagen 
personalizadas. Para obtener información sobre cómo probar la imagen localmente y resolver 
problemas comunes, consulte el repositorio de muestras de imágenes personalizadas de SageMaker 
Studio Classic.
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Una vez que haya creado SageMaker la imagen personalizada, debe adjuntarla a su dominio o 
espacio compartido para usarla con Studio Classic. Para obtener más información, consulte Adjunta 
una SageMaker imagen personalizada.

Cree una SageMaker imagen desde la consola

En la siguiente sección se muestra cómo crear una SageMaker imagen personalizada desde la 
SageMaker consola.

Para crear una imagen

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, elija Configuraciones de administración.

3. En Configuraciones de administrador, elija Imágenes.

4. En la página Imágenes personalizadas, elija Crear imagen.

5. Para Fuente de imagen, introduzca la ruta de registro de la imagen de contenedor en Amazon 
ECR. La ruta tiene el siguiente formato:

acct-id.dkr.ecr.region.amazonaws.com/repo-name[:tag] or [@digest]

6. Elija Siguiente.

7. En Propiedades de imagen, introduzca lo siguiente:

• Nombre de imagen: el nombre debe ser exclusivo de su cuenta en la Región de AWS actual.

• (Opcional) Nombre para mostrar: el nombre que aparece en la interfaz de usuario de Studio 
Classic. Cuando no se proporciona, se muestra Image name.

• (Opcional) Descripción: descripción de la imagen.

• Función de IAM: la función debe tener la AmazonSageMakerFullAccesspolítica adjunta. Utilice 
el menú desplegable para elegir una de las opciones siguientes:

• Crear un nuevo rol: especifique cualquier bucket adicional de Amazon Simple Storage 
Service (Amazon S3) al que desee que los usuarios de sus cuadernos tengan acceso. Si no 
desea permitir el acceso a buckets adicionales, elija Ninguno.

SageMaker asocia la AmazonSageMakerFullAccess política a la función. El rol permite 
a los usuarios de sus cuadernos acceder a los buckets de S3 que aparecen junto a las 
marcas de verificación.

• Introducir un ARN de rol de IAM personalizado: introduzca el nombre de recurso de Amazon 
(ARN) de su rol de IAM.
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• Usar rol existente: elija uno de los roles existentes de la lista.

• (Opcional) Etiquetas de imagen: elijaAñadir nueva etiqueta. Puede añadir hasta 50 etiquetas. 
Las etiquetas se pueden buscar mediante la interfaz de usuario de Studio Classic, la 
SageMaker consola o la SageMaker Search API.

8. Elija Enviar.

La nueva imagen se muestra en la lista Imágenes personalizadas y se resalta brevemente. Una vez 
creada correctamente la imagen, puede elegir el nombre de la imagen para ver sus propiedades o 
elegir Crear versión para crear otra versión.

Para crear otra versión de la imagen

1. Elija Crear versión en la misma fila que la imagen.

2. Para Fuente de imagen, introduzca la ruta de registro de la imagen de contenedor de Amazon 
ECR. La imagen del contenedor no debe ser la misma imagen que se usó en una versión 
anterior de la SageMaker imagen.

Cree una SageMaker imagen a partir de AWS CLI

Realice los siguientes pasos para crear una SageMaker imagen a partir de la imagen del contenedor 
mediante elAWS CLI.

• Cree una Image.

• Cree una ImageVersion.

• Cree un archivo de configuración.

• Cree una AppImageConfig.

Para crear las entidades SageMaker de imagen

1. Cree una SageMaker imagen.

aws sagemaker create-image \ 
    --image-name custom-image \ 
    --role-arn arn:aws:iam::<acct-id>:role/service-role/<execution-role>

El resultado debería ser similar al siguiente.
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{ 
    "ImageArn": "arn:aws:sagemaker:us-east-2:acct-id:image/custom-image"
}

2. Cree una versión SageMaker de imagen a partir de la imagen del contenedor.

aws sagemaker create-image-version \ 
    --image-name custom-image \ 
    --base-image <acct-id>.dkr.ecr.<region>.amazonaws.com/smstudio-custom:custom-
image

El resultado debería ser similar al siguiente.

{ 
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/custom-
image/1"
}

3. Compruebe que la versión de la imagen se haya creado correctamente.

aws sagemaker describe-image-version \ 
    --image-name custom-image \ 
    --version-number 1

El resultado debería ser similar al siguiente.

{ 
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/custom-
image/1", 
    "ImageVersionStatus": "CREATED"
}

Note

Si la respuesta es "ImageVersionStatus": "CREATED_FAILED", también incluye 
el motivo del error. Un problema de permisos es una causa común de error. También 
puedes comprobar tus CloudWatch registros de Amazon si se produce un error al iniciar 
o ejecutar la KernelGateway aplicación para obtener una imagen personalizada. El 
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nombre del grupo de registro es /aws/sagemaker/studio. El nombre del flujo de 
registro. es $domainID/$userProfileName/KernelGateway/$appName.

4. Cree un archivo de configuración llamado app-image-config-input.json. El valor Name de
KernelSpecs debe coincidir con el nombre de kernelSpec disponible en la imagen asociada a 
esta AppImageConfig. Este valor distingue entre mayúsculas y minúsculas. Puede encontrar 
las kernelSpecs disponibles en una imagen ejecutando jupyter-kernelspec list desde un 
intérprete de comandos dentro del contenedor. MountPath es la ruta dentro de la imagen para 
montar el directorio principal de Amazon Elastic File System (Amazon EFS). Debe ser diferente 
de la ruta que utiliza dentro del contenedor porque esa ruta se anulará cuando se monte el 
directorio principal de Amazon EFS.

Note

Las siguientes combinaciones de DefaultUID y DefaultGID son los únicos valores 
aceptables:

• DefaultUID: 1000 y DefaultGID: 100

• DefaultUID: 0 y DefaultGID: 0

{ 
    "AppImageConfigName": "custom-image-config", 
    "KernelGatewayImageConfig": { 
        "KernelSpecs": [ 
            { 
                "Name": "python3", 
                "DisplayName": "Python 3 (ipykernel)" 
            } 
        ], 
        "FileSystemConfig": { 
            "MountPath": "/home/sagemaker-user", 
            "DefaultUid": 1000, 
            "DefaultGid": 100 
        } 
    }
}

5. Crea el archivo AppImageConfig con el archivo creado en el paso anterior.
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aws sagemaker create-app-image-config \ 
    --cli-input-json file://app-image-config-input.json

El resultado debería ser similar al siguiente.

{ 
    "AppImageConfigArn": "arn:aws:sagemaker:us-east-2:acct-id:app-image-config/
custom-image-config"
}

Adjunta una SageMaker imagen personalizada

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Para usar una SageMaker imagen personalizada, debes adjuntar una versión de la imagen a 
tu dominio o espacio compartido. Al adjuntar una versión de imagen, aparece en el iniciador de 
SageMaker Studio Classic y está disponible en la lista desplegable Seleccionar imagen, que los 
usuarios utilizan para iniciar una actividad o cambiar la imagen utilizada en un bloc de notas.

Para que una SageMaker imagen personalizada esté disponible para todos los usuarios de un 
dominio, debe adjuntarla al dominio. Para que una imagen esté disponible para todos los usuarios de 
un espacio compartido, puede asociarla al espacio compartido. Para que una imagen esté disponible 
para un solo usuario, asocie la imagen al perfil del usuario. Al adjuntar una imagen, SageMaker 
utiliza la versión más reciente de la imagen de forma predeterminada. También puede asociar 
una versión de imagen específica. Después de adjuntar la versión, puede seleccionarla desde el 
SageMaker lanzador o el selector de imágenes al abrir un bloc de notas.

Existe un límite en el número de versiones de imágenes que se pueden asociar en cualquier 
momento. Una vez alcanzado el límite, debe desasociar una versión para asociar otra versión de la 
imagen.
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En las siguientes secciones se muestra cómo adjuntar una SageMaker imagen personalizada 
a su dominio mediante la SageMaker consola o elAWS CLI. Solo puede asociar una imagen 
personalizada a un espacio compartido mediante la AWS CLI.

Adjunta la SageMaker imagen a un dominio

Adjunte la SageMaker imagen mediante la consola

En este tema se describe cómo puede adjuntar una versión de SageMaker imagen personalizada 
existente a su dominio mediante el panel SageMaker de control. También puedes crear una imagen 
y una versión de SageMaker imagen personalizadas y, a continuación, adjuntar esa versión a tu 
dominio. Para obtener información sobre el procedimiento para crear una imagen y una versión de 
imagen, consulte Cree una SageMaker imagen personalizada.

Para asociar una imagen existente

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, seleccione el dominio al que quiera asociar la imagen.

5. En la página Detalles del dominio, seleccione la pestaña Entorno.

6. En la pestaña Entorno, en Imágenes personalizadas de SageMaker Studio Classic adjuntas al 
dominio, selecciona Adjuntar imagen.

7. Para Fuente de imagen, seleccione Imagen existente.

8. Elija en la lista una imagen existente.

9. Elija una versión de la imagen en la lista.

10. Elija Siguiente.

11. Compruebe los valores para Nombre de la imagen, Nombre para mostrar de la imagen y
Descripción.

12. Elija el rol de IAM. Para obtener más información, consulte Cree una SageMaker imagen 
personalizada.

13. (Opcional) Agregar etiquetas para la imagen.

14. Especifique la ruta de montaje de EFS. Esta es la ruta dentro de la imagen para montar el 
directorio principal de Amazon Elastic File System (EFS) del usuario.
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15. En Tipo de imagen, selecciona Imagen de SageMaker estudio

16. Para Nombre del kernel, introduzca el nombre de un kernel existente en la imagen. Para obtener 
información sobre cómo obtener la información del núcleo a partir de la imagen, consulte
DESARROLLO en el repositorio de muestras de imágenes personalizadas de SageMaker Studio 
Classic. Para obtener más información, consulte las secciones Descubrimiento de kernel y Datos 
de usuario de Especificaciones SageMaker de imagen personalizadas.

17. (Opcional) Para Nombre de visualización del kernel, introduzca el nombre para mostrar del 
kernel.

18. Seleccione Añadir kernel.

19. Elija Enviar.

• Espere a que la versión de la imagen se asocie al dominio. Cuando se asocia, la versión se 
muestra en la lista Imágenes personalizadas y aparece resaltada brevemente.

Adjunte la SageMaker imagen mediante el AWS CLI

En las siguientes secciones se muestra cómo adjuntar una SageMaker imagen personalizada al 
crear un nuevo dominio o actualizar el dominio existente mediante elAWS CLI.

Adjunta la SageMaker imagen a un dominio nuevo

En la siguiente sección se muestra cómo crear un nuevo dominio con la versión asociada. Estos 
pasos requieren que especifique la información y el rol de ejecución de Amazon Virtual Private Cloud 
(VPC) necesarios para crear el dominio. Debe realizar los siguientes pasos para crear el dominio y 
adjuntar la SageMaker imagen personalizada:

• Obtenga su ID de VPC predeterminado y los ID de subred.

• Cree el archivo de configuración para el dominio, que especifica la imagen.

• Creación del dominio con el archivo de configuración.

Para añadir la SageMaker imagen personalizada a tu dominio

1. Obtenga su ID de VPC predeterminado.

aws ec2 describe-vpcs \ 
    --filters Name=isDefault,Values=true \ 
    --query "Vpcs[0].VpcId" --output text
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El resultado debería ser similar al siguiente.

vpc-xxxxxxxx

2. Obtenga sus ID de subred predeterminados mediante el ID de VPC del paso anterior.

aws ec2 describe-subnets \ 
    --filters Name=vpc-id,Values=<vpc-id> \ 
    --query "Subnets[*].SubnetId" --output json

El resultado debería ser similar al siguiente.

[ 
    "subnet-b55171dd", 
    "subnet-8a5f99c6", 
    "subnet-e88d1392"
]

3. Cree un archivo de configuración llamado create-domain-input.json. Inserte el ID de 
VPC, los ID de subred, ImageName y AppImageConfigName desde los pasos anteriores. Dado 
que no se especifica ImageVersionNumber, se utiliza la versión más reciente de la imagen, 
que es la única versión en este caso.

{ 
    "DomainName": "domain-with-custom-image", 
    "VpcId": "<vpc-id>", 
    "SubnetIds": [ 
        "<subnet-ids>" 
    ], 
    "DefaultUserSettings": { 
        "ExecutionRole": "<execution-role>", 
        "KernelGatewayAppSettings": { 
            "CustomImages": [ 
                { 
                    "ImageName": "custom-image", 
                    "AppImageConfigName": "custom-image-config" 
                } 
            ] 
        } 
    }, 
    "AuthMode": "IAM"
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}

4. Crea el dominio con la SageMaker imagen personalizada adjunta.

aws sagemaker create-domain \ 
    --cli-input-json file://create-domain-input.json

El resultado debería ser similar al siguiente.

{ 
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx", 
    "Url": "https://d-xxxxxxxxxxxx.studio.us-east-2.sagemaker.aws/..."
}

Adjunta la SageMaker imagen a tu dominio actual

Si te has incorporado a un SageMaker dominio, puedes adjuntar la imagen personalizada a tu 
dominio actual. Para obtener más información sobre la incorporación a un SageMaker dominio, 
consulta. Descripción general SageMaker de Amazon Domain No tiene que especificar la 
información de VPC y el rol de ejecución al asociar una imagen personalizada a su dominio actual. 
Tras adjuntar la versión, debes eliminar todas las aplicaciones de tu dominio y volver a abrir Studio 
Classic. Para obtener información acerca de cómo eliminar un volumen, consulte Eliminar un 
SageMaker dominio de Amazon.

Realiza los siguientes pasos para añadir la SageMaker imagen a tu dominio actual.

• Obtén la tuya DomainID desde SageMaker el panel de control.

• Utilice el DomainID para obtener el DefaultUserSettings para el dominio.

• Agregue ImageName y AppImageConfig comoCustomImage en DefaultUserSettings.

• Actualice el dominio para incluir la imagen personalizada.

Para añadir la SageMaker imagen personalizada a tu dominio

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, seleccione el dominio al que quiera asociar la imagen.
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5. En la página de Detalles del dominio, seleccione la pestaña Configuración del dominio.

6. En la pestaña Configuración del dominio, en Configuración general, busque el DomainId. El ID 
tendrá el siguiente formato: d-xxxxxxxxxxxx.

7. Utilice el ID de dominio para obtener la descripción del dominio.

aws sagemaker describe-domain \ 
    --domain-id <d-xxxxxxxxxxxx>

El resultado debería ser similar al siguiente.

{ 
    "DomainId": "d-xxxxxxxxxxxx", 
    "DefaultUserSettings": { 
      "KernelGatewayAppSettings": { 
        "CustomImages": [ 
        ], 
        ... 
      } 
    }
}

8. Guarde la sección de configuración de usuario predeterminada de la respuesta en un archivo 
denominado default-user-settings.json.

9. Inserte el ImageName y la AppImageConfigName de los pasos anteriores como imagen 
personalizada. Dado que no se especifica ImageVersionNumber, se utiliza la versión más 
reciente de la imagen, que es la única versión en este caso.

{ 
    "DefaultUserSettings": { 
        "KernelGatewayAppSettings": {  
           "CustomImages": [  
              {  
                 "ImageName": "string", 
                 "AppImageConfigName": "string" 
              } 
           ], 
           ... 
        } 
    }
}
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10. Utilice el ID de dominio y el archivo de configuración de usuario predeterminado para actualizar 
el dominio.

aws sagemaker update-domain \ 
    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://default-user-settings.json

El resultado debería ser similar al siguiente.

{ 
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}

Adjunta la SageMaker imagen a un espacio compartido

Solo puede adjuntar la SageMaker imagen a un espacio compartido medianteAWS CLI. Tras 
adjuntar la versión, debe eliminar todas las aplicaciones del espacio compartido y volver a abrir 
Studio Classic. Para obtener información acerca de cómo eliminar un volumen, consulte Eliminar un 
SageMaker dominio de Amazon.

Realice los siguientes pasos para añadir la SageMaker imagen a un espacio compartido.

• Obtenga la suya DomainID desde SageMaker el panel de control.

• Utilice el DomainID para obtener el DefaultSpaceSettings para el dominio.

• Agregue el ImageName y la AppImageConfig como una CustomImage a la
DefaultSpaceSettings.

• Actualice su dominio para incluir la imagen personalizada para el espacio compartido.

Para añadir la SageMaker imagen personalizada a tu espacio compartido

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, seleccione el dominio al que quiera asociar la imagen.

5. En la página de Detalles del dominio, seleccione la pestaña Configuración del dominio.
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6. En la pestaña Configuración del dominio, en Configuración general, busque el DomainId. El ID 
tendrá el siguiente formato: d-xxxxxxxxxxxx.

7. Utilice el ID de dominio para obtener la descripción del dominio.

aws sagemaker describe-domain \ 
    --domain-id <d-xxxxxxxxxxxx>

El resultado debería ser similar al siguiente.

{ 
    "DomainId": "d-xxxxxxxxxxxx", 
    ... 
    "DefaultSpaceSettings": { 
      "KernelGatewayAppSettings": { 
        "CustomImages": [ 
        ], 
        ... 
      } 
    }
}

8. Guarde la sección de configuración de espacio predeterminada de la respuesta en un archivo 
denominado default-space-settings.json.

9. Inserte el ImageName y la AppImageConfigName de los pasos anteriores como imagen 
personalizada. Dado que no se especifica ImageVersionNumber, se utiliza la versión más 
reciente de la imagen, que es la única versión en este caso.

{ 
    "DefaultSpaceSettings": { 
        "KernelGatewayAppSettings": {  
           "CustomImages": [  
              {  
                 "ImageName": "string", 
                 "AppImageConfigName": "string" 
              } 
           ], 
           ... 
        } 
    }
}
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10. Utilice el ID de dominio y el archivo de configuración de espacio predeterminado para actualizar 
el dominio.

aws sagemaker update-domain \ 
    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://default-space-settings.json

El resultado debería ser similar al siguiente.

{ 
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}

Vea la imagen adjunta en SageMaker

Tras crear la SageMaker imagen personalizada y adjuntarla a tu dominio, la imagen aparecerá en la 
pestaña Entorno del dominio. Solo puede ver las imágenes asociadas de espacios compartidos con 
la AWS CLI, mediante el siguiente comando.

aws sagemaker describe-domain \ 
    --domain-id <d-xxxxxxxxxxxx>

Lanzar una SageMaker imagen personalizada en Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Tras crear la SageMaker imagen personalizada y adjuntarla a su dominio o espacio compartido, la 
imagen personalizada y el núcleo aparecen en los selectores del cuadro de diálogo Cambiar entorno
del lanzador clásico de Studio.
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Para iniciar y seleccionar la imagen personalizada y el kernel

1. En Amazon SageMaker Studio Classic, abre el lanzador. Para abrir el Launcher, selecciona
Amazon SageMaker Studio Classic en la parte superior izquierda de la interfaz de Studio Classic 
o usa el método abreviado Ctrl + Shift + L de teclado.

Para obtener más información sobre todas las formas disponibles de abrir el lanzador, consulte
Usa el Amazon SageMaker Studio Classic Launcher

2. En el lanzador, en la sección Cuadernos y recursos informáticos, seleccione Cambiar entorno.

3. En el cuadro de diálogo Cambiar entorno, utilice los menús desplegables para seleccionar su
Imagen en la sección Imagen personalizada, y también su Kernel y, a continuación, seleccione
Seleccionar.

4. En el lanzador, seleccione Crear cuaderno o Abrir terminal de imágenes. El cuaderno o el 
terminal se inician en la imagen personalizada y el kernel seleccionados.

Para cambiar la imagen o el kernel en un cuaderno abierto, consulte Cambio de una imagen o un 
kernel.
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Note

Si encuentras un error al lanzar la imagen, comprueba tus CloudWatch registros de Amazon. 
El nombre del grupo de registro es /aws/sagemaker/studio. El nombre del flujo de 
registro es $domainID/$userProfileName/KernelGateway/$appName.

Limpieza de recursos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En las siguientes secciones se muestra cómo limpiar los recursos que creaste en las secciones 
anteriores desde la SageMaker consola oAWS CLI. Lleve a cabo los siguientes pasos para limpiar 
los recursos:

• Desasocie la imagen y las versiones de imagen de su dominio.

• Elimine la imagen, la versión de la imagen y la configuración de imágenes de la aplicación.

• Elimine la imagen del contenedor y el repositorio de Amazon ECR. Para obtener más información, 
consulte Eliminación de un repositorio.

Limpia los recursos de la SageMaker consola

En la siguiente sección, se muestra cómo limpiar los recursos de la SageMaker consola.

Al desasociar una imagen de un dominio, se desasocian todas las versiones de la imagen. Cuando 
se desasocia una imagen, todos los usuarios del dominio pierden el acceso a las versiones de 
imagen. Un cuaderno en ejecución que tenga una sesión de kernel en una versión de imagen 
cuando la versión se desasocie seguirá ejecutándose. Cuando se detiene el cuaderno o se cierra el 
kernel, la versión de la imagen deja de estar disponible.
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Para eliminar una imagen

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, elija Configuraciones de administración.

3. En Configuraciones de administrador, elija Imágenes.

4. En Imágenes de Custom SageMaker Studio Classic adjuntas al dominio, selecciona la imagen y, 
a continuación, selecciona Separar.

5. (Opcional) Para eliminar la imagen y todas sus versiones SageMaker, selecciona Eliminar 
también las imágenes seleccionadas... . Esto no elimina las imágenes de contenedor asociadas 
de Amazon ECR.

6. Elija Desasociar.

Limpieza de recursos desde la AWS CLI

En la siguiente sección se muestra cómo limpiar recursos desde la AWS CLI.

Para limpiar los recursos:

1. Desasocie la imagen y las versiones de imagen del dominio pasando una lista de imágenes 
personalizadas vacía al dominio. Abra el archivo default-user-settings.json que creó en
Adjunta la SageMaker imagen a tu dominio actual. Para desasociar la imagen y la versión de la 
imagen de un espacio compartido, abra el archivo default-space-settings.json.

2. Elimine las imágenes personalizadas y guarde el archivo.

"DefaultUserSettings": { 
  "KernelGatewayAppSettings": { 
     "CustomImages": [ 
     ], 
     ... 
  }, 
  ...
}

3. Utilice el ID de dominio y el archivo de configuración de usuario predeterminado para actualizar 
el dominio. Para actualizar su espacio compartido, use el archivo de configuración de espacio 
predeterminado.

aws sagemaker update-domain \ 
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    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://default-user-settings.json

El resultado debería ser similar al siguiente.

{ 
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}

4. Elimine la configuración de imágenes de la aplicación.

aws sagemaker delete-app-image-config \ 
    --app-image-config-name custom-image-config

5. Elimine la SageMaker imagen, lo que también eliminará todas las versiones de la imagen. 
Las imágenes de contenedores de ECR representadas por las versiones de la imagen no se 
eliminan.

aws sagemaker delete-image \ 
    --image-name custom-image

Utilice las configuraciones del ciclo de vida con Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Las configuraciones del ciclo de vida son scripts de shell activados por eventos del ciclo de vida 
de Amazon SageMaker Studio Classic, como iniciar un nuevo bloc de notas de Studio Classic. 
Puede utilizar las configuraciones del ciclo de vida para automatizar la personalización de su 
entorno de Studio Classic. Esta personalización incluye la instalación de paquetes personalizados, la 
configuración de extensiones de cuadernos, la precarga de conjuntos de datos y la configuración de 
repositorios de código fuente.
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El uso de configuraciones de ciclo de vida le proporciona flexibilidad y control para configurar 
Studio Classic de forma que se adapte a sus necesidades específicas. Por ejemplo, puede crear un 
conjunto mínimo de imágenes de contenedor base con los paquetes y bibliotecas más utilizados y, a 
continuación, utilizar Configuraciones del ciclo de vida para instalar paquetes adicionales para casos 
de uso específicos en los equipos de ciencia de datos y machine learning.

Para ver ejemplos de scripts de configuración del ciclo de vida, consulta el  GitHub repositorio 
de ejemplos de configuración del ciclo de vida de Studio Classic. Para ver un blog sobre la 
implementación de la configuración del ciclo de vida, consulte Personalización de Amazon 
SageMaker Studio Classic mediante configuraciones del ciclo de vida.

Note

Cada script tiene un límite de 16 384 caracteres.

Temas

• Creación y asociación de una configuración del ciclo de vida

• Configuración de valores predeterminados para el ciclo de vida

• Depuración de configuraciones del ciclo de vida

• Actualización y desasociación de configuraciones del ciclo de vida

Creación y asociación de una configuración del ciclo de vida

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Amazon SageMaker ofrece aplicaciones interactivas que permiten la interfaz visual, la creación 
de código y la experiencia de ejecución de Studio Classic. Esta serie muestra cómo crear una 
configuración de ciclo de vida y asociarla a un SageMaker dominio.

Los tipos de aplicación pueden ser de JupyterServer o de KernelGateway.
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• JupyterServeraplicaciones: este tipo de aplicación permite el acceso a la interfaz visual de 
Studio Classic. Cada usuario y espacio compartido de Studio Classic tiene su propia JupyterServer 
aplicación.

• KernelGatewayaplicaciones: este tipo de aplicación permite acceder al entorno de ejecución de 
código y a los núcleos de los ordenadores portátiles y terminales de Studio Classic. Para obtener 
más información, consulte Puerta de enlace del kernel de Jupyter.

Para obtener más información sobre la arquitectura de Studio Classic y las aplicaciones de Studio 
Classic, consulte Uso de los cuadernos Amazon SageMaker Studio Classic.

Temas

• Creación de una configuración del ciclo de vida desde la AWS CLI

• Cree una configuración del ciclo de vida desde la SageMaker consola

Creación de una configuración del ciclo de vida desde la AWS CLI

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En el siguiente tema se muestra cómo crear una configuración de ciclo de vida mediante AWS CLI la 
automatización de la personalización del entorno de Studio Classic.

Requisitos previos

Antes de comenzar, complete los siguientes requisitos previos:

• Actualice la AWS CLI según los pasos que se indican en Installing the current AWS CLI Version.

• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

• Inscríbase en SageMaker el dominio siguiendo los pasos que se indican enDescripción general 
SageMaker de Amazon Domain.

Personaliza Studio Classic 533

https://jupyter-kernel-gateway.readthedocs.io/en/latest/
https://docs.aws.amazon.com/sagemaker/latest/dg/notebooks.html
https://docs.aws.amazon.com/cli/latest/userguide/install-cliv1.html#install-tool-bundled
https://docs.aws.amazon.com/general/latest/gr/aws-sec-cred-types.html
https://docs.aws.amazon.com/general/latest/gr/aws-sec-cred-types.html


Amazon SageMaker Guía para desarrolladores

Paso 1: Crear una configuración del ciclo de vida

En el siguiente procedimiento se muestra cómo crear un script de configuración del ciclo de vida que 
presente el mensaje Hello World.

Note

Cada script puede tener hasta 16 384 caracteres.

1. En su equipo local, cree un archivo con el nombre my-script.sh que contenga lo siguiente.

#!/bin/bash
set -eux
echo 'Hello World!'

2. Convierta su archivo my-script.sh al formato base64. Este requisito evita errores debidos a la 
codificación del espaciado y los saltos de línea.

LCC_CONTENT=`openssl base64 -A -in my-script.sh`

3. Cree una configuración de ciclo de vida para usarla con Studio Classic. El siguiente 
comando crea una configuración del ciclo de vida que se ejecuta al iniciar una aplicación de
KernelGateway asociada.

aws sagemaker create-studio-lifecycle-config \
--region region \
--studio-lifecycle-config-name my-studio-lcc \
--studio-lifecycle-config-content $LCC_CONTENT \
--studio-lifecycle-config-app-type KernelGateway 

Tenga en cuenta el ARN de la configuración del ciclo de vida recién creada que se devuelve. 
Este ARN es necesario para asociar la configuración del ciclo de vida a la aplicación.

Paso 2: Asociar la configuración del ciclo de vida a su dominio, perfil de usuario o espacio 
compartido

Para asociar la configuración del ciclo de vida, debe actualizar la UserSettings de su dominio o 
perfil de usuario, o la SpaceSettings de un espacio compartido. Todos los usuarios heredan los 
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scripts de configuración del ciclo de vida que estén asociados a nivel de dominio. Sin embargo, los 
scripts asociados en el nivel de perfil de usuario se refieren a un usuario específico, mientras que los 
scripts asociados en el nivel de espacio compartido se limitan al espacio compartido.

En el siguiente ejemplo se muestra cómo crear un perfil de usuario con la configuración del ciclo de 
vida asociada. También puede crear un nuevo dominio o espacio con una configuración del ciclo de 
vida asociada mediante los comandos create-domain y create-space, respectivamente.

Agregue el ARN de configuración del ciclo de vida del paso anterior a la configuración del tipo 
de aplicación correspondiente. Por ejemplo, colóquelo en la JupyterServerAppSettings del 
usuario. Puede agregar varias configuraciones de ciclo de vida al mismo tiempo pasando una lista de 
configuraciones de ciclo de vida. Cuando un usuario lanza una JupyterServer aplicación con elAWS 
CLI, puede pasar una configuración de ciclo de vida para utilizarla en lugar de la configuración 
predeterminada. La configuración del ciclo de vida que pase el usuario debe pertenecer a la lista de 
configuraciones del ciclo de vida incluida en la JupyterServerAppSettings.

# Create a new UserProfile
aws sagemaker create-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"JupyterServerAppSettings": { 
  "LifecycleConfigArns": 
    [lifecycle-configuration-arn-list] 
  }
}'

En el siguiente ejemplo se muestra cómo actualizar un espacio compartido existente para asociar 
la configuración del ciclo de vida. También puede actualizar un dominio o perfil de usuario existente 
con una configuración de ciclo de vida adjunta mediante el comando update-domain. update-user-
profile Al actualizar la lista de configuraciones del ciclo de vida asociadas, debe incluir todas las 
configuraciones del ciclo de vida como parte de la lista. Si una configuración del ciclo de vida no 
forma parte de esta lista, no se asociará a la aplicación.

aws sagemaker update-space --domain-id domain-id \
--space-name space-name \
--region region \
--space-settings '{
"JupyterServerAppSettings": { 
  "LifecycleConfigArns": 
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    [lifecycle-configuration-arn-list] 
  }
}'

Para obtener información sobre cómo establecer una configuración del ciclo de vida predeterminada 
para un recurso, consulte Configuración de valores predeterminados para el ciclo de vida.

Paso 3: Lanzar la aplicación con la configuración del ciclo de vida

Tras asociar una configuración del ciclo de vida a un dominio, perfil de usuario o espacio, el usuario 
puede seleccionarla al iniciar una aplicación con la AWS CLI. En esta sección, se describe cómo 
iniciar una aplicación con una configuración del ciclo de vida asociada. Para obtener información 
sobre cómo cambiar la configuración del ciclo de vida predeterminada después de lanzar una 
JupyterServer aplicación, consulte. Configuración de valores predeterminados para el ciclo de vida

Inicie el tipo de aplicación deseado mediante el create-app comando y especifique el ARN de la 
configuración del ciclo de vida en el resource-spec argumento.

• En el siguiente ejemplo se muestra cómo crear una aplicación de JupyterServer con una 
configuración del ciclo de vida asociada. Al crear el JupyterServer, el app-name debe ser
default. El ARN de la configuración del ciclo de vida que se pasa como parte del parámetro
resource-spec debe formar parte de la lista de ARN de la configuración del ciclo de vida 
especificada en la UserSettings para su dominio o perfil de usuario, o en SpaceSettings para 
un espacio compartido.

aws sagemaker create-app --domain-id domain-id \
--region region \
--user-profile-name user-profile-name \
--app-type JupyterServer \
--resource-spec LifecycleConfigArn=lifecycle-configuration-arn \
--app-name default

• En el siguiente ejemplo se muestra cómo crear una aplicación de KernelGateway con una 
configuración del ciclo de vida asociada.

aws sagemaker create-app --domain-id domain-id \
--region region \
--user-profile-name user-profile-name \
--app-type KernelGateway \
--resource-spec LifecycleConfigArn=lifecycle-configuration-
arn,SageMakerImageArn=sagemaker-image-arn,InstanceType=instance-type \
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--app-name app-name

Cree una configuración del ciclo de vida desde la SageMaker consola

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En el siguiente tema se muestra cómo crear una configuración de ciclo de vida desde la SageMaker 
consola de Amazon para automatizar la personalización de su entorno Studio Classic.

Requisitos previos

Antes de comenzar este tutorial, complete el siguiente requisito previo:

• A bordo de Amazon SageMaker Studio Classic. Para obtener más información, consulte Incorporar 
Amazon SageMaker Studio Classic.

Paso 2: Crear una nueva configuración del ciclo de vida

Puedes crear una configuración de ciclo de vida introduciendo un script desde la SageMaker consola 
de Amazon.

Note

Cada script puede tener hasta 16 384 caracteres.

En el siguiente procedimiento se muestra cómo crear un script de configuración del ciclo de vida que 
presente el mensaje Hello World.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, seleccione Configuraciones de ciclo de vida.
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4. Seleccione la pestaña Studio.

5. Seleccione Crear configuración.

6. En Seleccionar tipo de configuración, seleccione el tipo de aplicación al que se debe asociar 
la configuración del ciclo de vida. Para obtener más información sobre cómo seleccionar a 
qué aplicación asociar la configuración del ciclo de vida, consulte Configuración de valores 
predeterminados para el ciclo de vida.

7. Elija Siguiente.

8. En la sección denominada Ajustes de configuración, escriba un nombre para la configuración del 
ciclo de vida.

9. En la sección Scripts, introduzca el siguiente contenido.

#!/bin/bash
set -eux
echo 'Hello World!'

10. (Opcional) Cree una etiqueta para la configuración de su ciclo de vida.

11. Elija Enviar.

Paso 2: Asociar la configuración del ciclo de vida a su dominio o perfil de usuario

Todos los usuarios heredan los scripts de configuración del ciclo de vida asociados en el nivel de 
dominio. Sin embargo, los scripts que están asociados en el nivel de perfil de usuario están dirigidos 
a un usuario específico.

Puede adjuntar múltiples configuraciones de ciclo de vida a un dominio o perfil de usuario tanto para 
las aplicaciones como para JupyterServer las KernelGateway aplicaciones.

Note

Para asociar una configuración del ciclo de vida a un espacio compartido, debe usar la AWS 
CLI. Para obtener más información, consulte Creación de una configuración del ciclo de vida 
desde la AWS CLI.

En las secciones siguientes se muestra cómo asociar una configuración del ciclo de vida a su 
dominio o perfil de usuario.
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Asociación a un dominio

A continuación, se muestra cómo adjuntar una configuración de ciclo de vida a su dominio existente 
desde la SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio al que quiera asociar la configuración del ciclo de 
vida.

5. En Detalles del dominio, elija la pestaña Entorno.

6. En Configuraciones de ciclo de vida para aplicaciones de Studio personales, elija Asociar.

7. En Fuente, seleccione Configuración existente.

8. En Configuraciones del ciclo de vida de Studio, seleccione la configuración del ciclo de vida que 
ha creado en el paso anterior.

9. Seleccione Asociar al dominio.

Asociación a su perfil de usuario

A continuación, se muestra cómo asociar una configuración del ciclo de vida a su perfil de usuario 
existente.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio que contenga el perfil de usuario al que desee 
asociar la configuración del ciclo de vida.

5. En Perfiles de usuario, seleccione el perfil de usuario.

6. En la página Detalles del usuario, elija Editar.

7. En el menú de navegación izquierdo, seleccione Configuración de Studio.

8. En Configuraciones del ciclo de vida asociadas al usuario, seleccione Asociar.

9. En Fuente, seleccione Configuración existente.

10. En Configuraciones del ciclo de vida de Studio, seleccione la configuración del ciclo de vida que 
ha creado en el paso anterior.

Personaliza Studio Classic 539

https://console.aws.amazon.com/sagemaker/
https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guía para desarrolladores

11. Seleccione Adjuntar a perfil de usuario.

Paso 3: Iniciar una aplicación con la configuración del ciclo de vida

Después de asociar una configuración del ciclo de vida a un dominio o perfil de usuario, puede lanzar 
una aplicación con esa configuración del ciclo de vida asociada. La elección de la configuración del 
ciclo de vida con la que se va a iniciar depende del tipo de aplicación.

• JupyterServer: Al lanzar una JupyterServer aplicación desde la consola, SageMaker siempre usa 
la configuración de ciclo de vida predeterminada. No puede utilizar una configuración del ciclo 
de vida diferente al iniciarla desde la consola. Para obtener información sobre cómo cambiar la 
configuración del ciclo de vida predeterminada después de lanzar una JupyterServer aplicación, 
consulteConfiguración de valores predeterminados para el ciclo de vida.

Para seleccionar una configuración del ciclo de vida asociada diferente, debe iniciarla con la AWS 
CLI. Para obtener más información sobre el lanzamiento de una JupyterServer aplicación con una 
configuración de ciclo de vida adjunta desdeAWS CLI, consulteCreación de una configuración del 
ciclo de vida desde la AWS CLI.

• KernelGateway: Puede seleccionar cualquiera de las configuraciones de ciclo de vida adjuntas al 
lanzar una KernelGateway aplicación con Studio Classic Launcher.

El siguiente procedimiento describe cómo lanzar una KernelGateway aplicación con una 
configuración de ciclo de vida adjunta desde la SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. Inicie Studio Classic. Para obtener más información, consulte Inicie Amazon SageMaker Studio 
Classic.

3. En la interfaz de usuario de Studio Classic, abre el lanzador de Studio Classic. Para obtener más 
información, consulte Usa el Amazon SageMaker Studio Classic Launcher.

4. En el iniciador de Studio Classic, vaya a la sección Cuadernos y recursos de cómputo.

5. Haga clic en el botón Cambiar entorno.

6. En el cuadro de diálogo Cambiar entorno, utilice los menús desplegables para seleccionar la
Imagen, el Kernel, el Tipo de instancia y el Script de inicio. Si no hay una configuración del 
ciclo de vida predeterminada, el valor predeterminado del Script de inicio es. No script De 
lo contrario, el valor del Script de inicio es la configuración del ciclo de vida predeterminada. 
Después de seleccionar una configuración del ciclo de vida, puede ver el script completo.
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7. Haga clic en Seleccionar.

8. De vuelta al lanzador, haga clic en Crear cuaderno para iniciar un nuevo kernel de cuaderno con 
la imagen y la configuración del ciclo de vida que haya seleccionado.

Paso 4: Ver los registros de una configuración del ciclo de vida

Puede ver los registros de la configuración del ciclo de vida después de que se haya asociado a un 
dominio o a un perfil de usuario.

1. En primer lugar, proporciona acceso a tu CloudWatch función AWS Identity and Access 
Management (de IAM). Agregue permisos de lectura para los siguientes grupos de registros y 
flujos de registros.

• Grupo de registros:/aws/sagemaker/studio

• Flujo de registros:domain/user-profile/app-type/app-name/
LifecycleConfigOnStart

Para obtener información sobre cómo agregar permisos, consulte Habilitación del registro desde 
determinados servicios de AWS.

2. Desde Studio Classic, navegue hasta el

icono de terminales y núcleos en ejecución para supervisar la configuración de su ciclo de vida.

3. Seleccione una aplicación de la lista de aplicaciones en ejecución. Las aplicaciones con 
configuraciones del ciclo de vida asociadas tienen un icono de indicador de asociación

.

4. Seleccione el icono del indicador de su aplicación. Se abre un nuevo panel que enumera las 
configuraciones del ciclo de vida.

5. En el nuevo panel, seleccione View logs. Se abre una nueva pestaña que muestra los 
registros.
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Configuración de valores predeterminados para el ciclo de vida

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Aunque puedes adjuntar varios scripts de configuración del ciclo de vida a un único recurso, solo 
puedes establecer una configuración de ciclo de vida predeterminada para cada JupyterServer 
KernelGateway aplicación. El comportamiento de la configuración del ciclo de vida predeterminada 
depende de si está configurada para JupyterServer o para KernelGateway aplicaciones.

• JupyterServer aplicaciones: si se establece como el script de configuración del ciclo de vida 
predeterminado de JupyterServer las aplicaciones, el script de configuración del ciclo de vida 
se ejecuta automáticamente cuando el usuario inicia sesión en Studio Classic por primera vez o 
reinicia Studio Classic. Usa esta configuración de ciclo de vida predeterminada para automatizar 
acciones de configuración únicas para el entorno de desarrolladores de Studio Classic, como 
la instalación de extensiones de bloc de notas o la configuración de un GitHub repositorio. 
Para ver un ejemplo de ello, consulte Personalización de Amazon SageMaker Studio mediante 
configuraciones de ciclo de vida.

• KernelGateway aplicaciones: si se establece como el script de configuración del ciclo de vida 
predeterminado de KernelGateway las aplicaciones, la configuración del ciclo de vida se 
selecciona de forma predeterminada en el lanzador de Studio Classic. Los usuarios pueden iniciar 
un cuaderno o terminal con el script predeterminado seleccionado o seleccionar otro de la lista de 
configuraciones del ciclo de vida.

SageMaker permite establecer una configuración de ciclo de vida predeterminada para los siguientes 
recursos:

• Dominios

• Perfiles de usuario

• Espacios compartidos
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Si bien los dominios y los perfiles de usuario permiten establecer una configuración de ciclo de 
vida predeterminada tanto desde la SageMaker consola de Amazon comoAWS Command Line 
Interface, los espacios compartidos solo permiten establecer una configuración de ciclo de vida 
predeterminada desdeAWS CLI.

Puede establecer una configuración del ciclo de vida como predeterminada al crear un nuevo 
recurso o al actualizar un recurso existente. En los siguientes temas se muestra cómo establecer una 
configuración de ciclo de vida predeterminada mediante la SageMaker consola yAWS CLI.

Herencia de la configuración del ciclo de vida predeterminada

Todos los usuarios y los espacios compartidos heredan las configuraciones del ciclo de vida 
predeterminadas establecidas en el nivel de dominio. Las configuraciones del ciclo de vida 
predeterminadas establecidas en el nivel de usuario y espacio compartido se aplican únicamente 
a ese usuario o espacio compartido. Los valores predeterminados de nivel de usuario y espacio 
invalidan los valores predeterminados configurados en el nivel de dominio.

Un conjunto de configuraciones de KernelGateway ciclo de vida predeterminado para un dominio 
se aplica a todas KernelGateway las aplicaciones lanzadas en el dominio. A menos que el usuario 
seleccione una configuración de ciclo de vida diferente de la lista que se presenta en el lanzador de 
Studio Classic, se utilizará la configuración de ciclo de vida predeterminada. El script predeterminado 
también se ejecuta si el usuario selecciona No Script. Para obtener más información sobre cómo 
seleccionar un script, consulte Paso 3: Iniciar una aplicación con la configuración del ciclo de vida.

Temas

• Configuración de valores predeterminados desde la AWS CLI

• Establezca los valores predeterminados desde la consola SageMaker

Configuración de valores predeterminados desde la AWS CLI

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.
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Puede establecer los scripts de configuración del ciclo de vida predeterminados desde la AWS CLI 
para los siguientes recursos:

• Dominios

• Perfiles de usuario

• Espacios compartidos

En las siguientes secciones se describe cómo configurar scripts de configuración del ciclo de vida 
predeterminados desde la AWS CLI.

Temas

• Requisitos previos

• Establecimiento de una configuración del ciclo de vida predeterminada al crear un nuevo recurso

• Establecimiento de una configuración del ciclo de vida predeterminada para un recurso existente

Requisitos previos

Antes de comenzar, complete los siguientes requisitos previos:

• Actualice la AWS CLI según los pasos que se indican en Installing the current AWS CLI Version.

• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

• Inscríbase en SageMaker el dominio siguiendo los pasos que se indican enDescripción general 
SageMaker de Amazon Domain.

• Cree una configuración del ciclo de vida siguiendo los pasos que se indican en Creación y 
asociación de una configuración del ciclo de vida.

Establecimiento de una configuración del ciclo de vida predeterminada al crear un nuevo recurso

Para establecer una configuración del ciclo de vida predeterminada al crear un nuevo dominio, perfil 
de usuario o espacio, pase el ARN de la configuración del ciclo de vida creada anteriormente como 
parte de uno de los siguientes comandos de la AWS CLI:

• create-user-profile

• create-domain
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• create-space

Debe pasar el ARN de configuración del ciclo de vida para los siguientes valores en la configuración 
JupyterServer predeterminada KernelGateway o predeterminada:

• DefaultResourceSpec:LifecycleConfigArn - Especifica la configuración del ciclo de vida 
predeterminada para el tipo de aplicación.

• LifecycleConfigArns - Esta es la lista de todas las configuraciones del ciclo de vida asociadas 
al tipo de aplicación. La configuración del ciclo de vida predeterminada también debe formar parte 
de esta lista.

Por ejemplo, la siguiente llamada a la API crea un nuevo perfil de usuario con una configuración del 
ciclo de vida predeterminada.

aws sagemaker create-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"KernelGatewayAppSettings": { 
    "DefaultResourceSpec": {  
            "InstanceType": "ml.t3.medium", 
            "LifecycleConfigArn": "lifecycle-configuration-arn" 
         }, 
    "LifecycleConfigArns": [lifecycle-configuration-arn-list] 
  }
}'

Establecimiento de una configuración del ciclo de vida predeterminada para un recurso existente

Para establecer o actualizar la configuración del ciclo de vida predeterminada de un recurso 
existente, transfiera el ARN de la configuración del ciclo de vida creada anteriormente como parte de 
uno de los siguientes comandos de la AWS CLI:

• update-user-profile

• update-domain

• update-space
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Debe pasar el ARN de configuración del ciclo de vida para los siguientes valores en la configuración 
JupyterServer predeterminada KernelGateway o predeterminada:

• DefaultResourceSpec:LifecycleConfigArn - Especifica la configuración del ciclo de vida 
predeterminada para el tipo de aplicación.

• LifecycleConfigArns - Esta es la lista de todas las configuraciones del ciclo de vida asociadas 
al tipo de aplicación. La configuración del ciclo de vida predeterminada también debe formar parte 
de esta lista.

Por ejemplo, la siguiente llamada a la API actualiza un perfil de usuario con una configuración del 
ciclo de vida predeterminada.

aws sagemaker update-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"KernelGatewayAppSettings": { 
    "DefaultResourceSpec": { 
            "InstanceType": "ml.t3.medium", 
            "LifecycleConfigArn": "lifecycle-configuration-arn" 
         }, 
    "LifecycleConfigArns": [lifecycle-configuration-arn-list] 
  }
}'

La siguiente llamada a la API actualiza un dominio para establecer una nueva configuración del ciclo 
de vida predeterminada.

aws sagemaker update-domain --domain-id domain-id \
--region region \
--default-user-settings '{
"JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
            "InstanceType": "ml.t3.medium", 
            "LifecycleConfigArn": "lifecycle-configuration-arn" 
         }, 
    "LifecycleConfigArns": [lifecycle-configuration-arn-list] 
  }
}'
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Establezca los valores predeterminados desde la consola SageMaker

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Puedes configurar los scripts de configuración del ciclo de vida predeterminados desde la 
SageMaker consola para los siguientes recursos.

• Dominios

• Perfiles de usuario

No puede configurar los scripts de configuración del ciclo de vida predeterminados para los espacios 
compartidos desde la SageMaker consola. Para obtener información sobre cómo configurar 
los valores predeterminados de los espacios compartidos, consulte Configuración de valores 
predeterminados desde la AWS CLI.

En las siguientes secciones se describe cómo configurar los scripts de configuración del ciclo de vida 
predeterminados desde la SageMaker consola.

Temas

• Requisitos previos

• Establecimiento de una configuración del ciclo de vida predeterminada para un dominio

• Establecimiento de una configuración del ciclo de vida predeterminada para un perfil de usuario

Requisitos previos

Antes de comenzar, complete los siguientes requisitos previos:

• Inscríbase en SageMaker el dominio siguiendo los pasos que se indican enDescripción general 
SageMaker de Amazon Domain.

• Cree una configuración del ciclo de vida siguiendo los pasos que se indican en Creación y 
asociación de una configuración del ciclo de vida.
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Establecimiento de una configuración del ciclo de vida predeterminada para un dominio

El siguiente procedimiento muestra cómo establecer una configuración de ciclo de vida 
predeterminada para un dominio desde la SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En la lista de dominios, seleccione el nombre del dominio al que quiera asociar la configuración 
del ciclo de vida.

3. En la página Detalles del dominio, seleccione la pestaña Entorno.

4. En Configuraciones del ciclo de vida para aplicaciones de Studio personales, seleccione la 
configuración del ciclo de vida que quiera establecer como predeterminada para el dominio. 
Puedes establecer distintos valores predeterminados para JupyterServer y KernelGateway 
aplicaciones.

5. Elija Establecer como predeterminado. Esto abre una ventana emergente en la que se muestran 
los valores predeterminados actuales para JupyterServer y KernelGateway las aplicaciones.

6. Seleccione Establecer como predeterminado para establecer la configuración del ciclo de vida 
como predeterminada para el tipo de aplicación respectivo.

Establecimiento de una configuración del ciclo de vida predeterminada para un perfil de usuario

El siguiente procedimiento muestra cómo establecer una configuración de ciclo de vida 
predeterminada para un perfil de usuario desde la SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En la lista de dominios, seleccione el nombre del dominio que contenga el perfil de usuario para 
el que desee establecer la configuración del ciclo de vida predeterminada.

3. En la página de detalles del dominio, selecciona la pestaña Perfiles de usuario.

4. Seleccione el nombre del perfil de usuario para el que desee establecer la configuración del ciclo 
de vida predeterminada. Esto abre una página de Detalles del usuario.

5. En la página Detalles del usuario, seleccione Editar. Se abrirá la página de Editar perfil de 
usuario.

6. En la página Editar perfil de usuario, seleccione la Paso 2 Configuración de Studio.

7. En Configuraciones de ciclo de vida asociadas al usuario, seleccione la configuración del ciclo 
de vida que desee establecer como predeterminada para el perfil de usuario. Puede establecer 
distintos valores predeterminados para JupyterServer y KernelGateway aplicaciones.
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8. Elija Establecer como predeterminado. Esto abre una ventana emergente en la que se muestran 
los valores predeterminados actuales para JupyterServer y KernelGateway las aplicaciones.

9. Seleccione Establecer como predeterminado para establecer la configuración del ciclo de vida 
como predeterminada para el tipo de aplicación respectivo.

Depuración de configuraciones del ciclo de vida

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En los siguientes temas se muestra cómo obtener información y depurar las configuraciones del ciclo 
de vida.

Temas

• Verifique el proceso de configuración del ciclo de vida desde CloudWatch los registros

• JupyterServer fallo de la aplicación

• KernelGateway fallo de la aplicación

• Tiempo de espera de configuración del ciclo de vida

Verifique el proceso de configuración del ciclo de vida desde CloudWatch los registros

Las configuraciones del ciclo de vida solo registran STDOUT y STDERR.

STDOUT es el resultado predeterminado para los scripts bash. Se puede escribir en STDERR
añadiendo >&2 al final de un comando bash. Por ejemplo, echo 'hello'>&2.

Los registros de las configuraciones de tu ciclo de vida se publican en Amazon CloudWatch. Cuenta 
de AWS Estos registros se encuentran en el flujo de /aws/sagemaker/studio registros de la 
CloudWatch consola.

1. Abra la CloudWatch consola en https://console.aws.amazon.com/cloudwatch/.
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2. Seleccione Registros en el lado izquierdo. En el menú desplegable, seleccione Grupos de 
registros.

3. En la página Grupos de registros, busque aws/sagemaker/studio.

4. Seleccione el grupo de registro.

5. En la página de Detalles del grupo de registro, seleccione la pestaña Flujos de registro.

6. Para buscar los registros de una aplicación específica, busque en los flujos de registro utilizando 
el siguiente formato:

domain-id/user-profile-name/app-type/app-name

Por ejemplo, para buscar los registros de configuración del ciclo de vida del dominio d-
m85lcu8vbqmz, perfil de usuario i-sonic-js, tipo de aplicación JupyterServer y nombre 
de aplicación test-lcc-echo, utilice la siguiente cadena de búsqueda:

d-m85lcu8vbqmz/i-sonic-js/JupyterServer/test-lcc-echo 

7. Seleccione el flujo de registro anexado con LifecycleConfigOnStart para ver los registros 
de ejecución de scripts.

JupyterServer fallo de la aplicación

Si JupyterServer la aplicación se bloquea debido a un problema con la configuración del ciclo de 
vida adjunta, Studio Classic mostrará el siguiente mensaje de error en la pantalla de inicio de Studio 
Classic.

Failed to create SageMaker Studio due to start-up script failure

Selecciona el View script logs enlace para ver los CloudWatch registros de tu JupyterServer 
aplicación.

En el caso de que la configuración del ciclo DefaultResourceSpec de vida defectuosa se 
especifique en el dominio, perfil de usuario o espacio compartido, Studio Classic seguirá utilizando la 
configuración del ciclo de vida incluso después de reiniciar Studio Classic.

Para resolver este error, siga los pasos de Configuración de valores predeterminados para el 
ciclo de vida para quitar el script de configuración del ciclo de vida de la DefaultResourceSpec
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o seleccione otro script como predeterminado. A continuación, inicie una aplicación nueva 
JupyterServer .

KernelGateway fallo de la aplicación

Si KernelGateway la aplicación se bloquea debido a un problema con la configuración del ciclo de 
vida adjunta, Studio Classic mostrará el mensaje de error en el bloc de notas de Studio Classic.

Elige View script logs ver los CloudWatch registros de tu KernelGateway aplicación.

En este caso, la configuración de su ciclo de vida se especifica en el iniciador de Studio Classic al 
lanzar un nuevo bloc de notas de Studio Classic.

Para resolver este error, usa el lanzador de Studio Classic para seleccionar una configuración de 
ciclo de vida diferente o selecciona. No script

Note

La configuración de KernelGateway ciclo de vida predeterminada especificada en
DefaultResourceSpec se aplica a todas KernelGateway las imágenes del dominio, perfil 
de usuario o espacio compartido, a menos que el usuario seleccione un script diferente de 
la lista que aparece en el lanzador de Studio Classic. El script predeterminado también se 
ejecuta si el usuario selecciona No Script. Para obtener más información sobre cómo 
seleccionar un script, consulte Paso 3: Iniciar una aplicación con la configuración del ciclo de 
vida.

Tiempo de espera de configuración del ciclo de vida

Existe una limitación de tiempo de espera de configuración del ciclo de vida de 5 minutos. Si un script 
de configuración del ciclo de vida tarda más de 5 minutos en ejecutarse, Studio Classic genera un 
error.

Para resolver este error, asegúrese de que el script de configuración del ciclo de vida se complete en 
menos de 5 minutos.

Para ayudar a reducir el tiempo de ejecución de los scripts, pruebe lo siguiente:

• Reduzca el número de pasos necesarios. Por ejemplo, limite los entornos de conda donde se 
instalarán paquetes de gran tamaño.
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• Ejecute tareas en procesos paralelos.

• Utilice el comando nohup del script para asegurarse de que las señales de bloqueo se omitan y no 
detengan la ejecución del script.

Actualización y desasociación de configuraciones del ciclo de vida

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Un script de configuración del ciclo de vida no se puede cambiar después de crearlo. Para actualizar 
el script, debe crear un nuevo script de configuración del ciclo de vida y asociarlo al dominio, perfil de 
usuario o espacio compartido correspondiente. Para obtener más información acerca de la creación y 
asociación de un configuración de ciclo de vida, consulte Creación y asociación de una configuración 
del ciclo de vida.

En el siguiente tema se muestra cómo separar una configuración de ciclo de vida mediante la 
SageMaker consola AWS CLI and.

Temas

• Requisitos previos

• Desasociación con la AWS CLI

Requisitos previos

Antes de desasociar una configuración del ciclo de vida, debe completar el siguiente requisito previo.

• Para desasociar correctamente una configuración del ciclo de vida, ninguna aplicación en 
ejecución puede utilizar la configuración del ciclo de vida. Primero debe cerrar las aplicaciones 
en ejecución, tal y como se muestra en Cierra y actualiza las aplicaciones de SageMaker Studio 
Classic y Studio Classic.
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Desasociación con la AWS CLI

Para desasociar una configuración del ciclo de vida mediante la AWS CLI, elimine la configuración 
del ciclo de vida deseada de la lista de configuraciones del ciclo de vida asociada al recurso y pase la 
lista como parte del comando correspondiente:

• update-user-profile

• update-domain

• update-space

Por ejemplo, el siguiente comando elimina todas las configuraciones del ciclo de vida 
KernelGateways asociadas al dominio.

aws sagemaker update-domain --domain-id domain-id \
--region region \
--default-user-settings '{
"KernelGatewayAppSettings": { 
  "LifecycleConfigArns": 
    [] 
  }
}'

Adjunta los repositorios de Git sugeridos a Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Amazon SageMaker Studio Classic ofrece una extensión de Git para que pueda introducir la URL 
de un repositorio de Git (repositorio), clonarlo en su entorno, insertar cambios y ver el historial de 
confirmaciones. Además de esta extensión de Git, también puedes adjuntar sugerencias de URL 
de repositorios de Git a nivel de SageMaker dominio de Amazon o perfil de usuario. A continuación, 
puede seleccionar la URL del repositorio de la lista de sugerencias y clonarla en su entorno mediante 
la extensión Git de Studio Classic.
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En los siguientes temas se muestra cómo adjuntar las URL de los repositorios de Git a un dominio o 
perfil de usuario desde la consola AWS CLI and SageMaker . También aprenderá a desasociar estas 
URL de repositorios.

Temas

• Asociación de un repositorio de Git desde la AWS CLI

• Adjunta un repositorio de Git desde la SageMaker consola

• Desasociar repositorios de Git

Asociación de un repositorio de Git desde la AWS CLI

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En el siguiente tema se muestra cómo adjuntar la URL de un repositorio de Git mediante elAWS CLI, 
de modo que Amazon SageMaker Studio Classic sugiera automáticamente su clonación. Después de 
asociar la URL del repositorio de Git, puede clonarla siguiendo los pasos que se indican en Clonar un 
repositorio de Git en SageMaker Studio Classic.

Requisitos previos

Antes de comenzar, complete los siguientes requisitos previos:

• Actualice la AWS CLI según los pasos que se indican en Instalación de la versión actual de la 
AWS CLI.

• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

• Incorporado a Amazon SageMaker Domain. Para obtener más información, consulte Descripción 
general SageMaker de Amazon Domain.
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Asociación del repositorio de Git a un dominio o perfil de usuario

Todos los usuarios heredan las URL de repositorios de Git asociadas al nivel de dominio. Sin 
embargo, las URL de repositorios de Git que están asociadas al nivel de perfil de usuario están 
dirigidas a un usuario específico. Puede asociar varias URL de repositorios de Git a un dominio o 
perfil de usuario pasando una lista de URL de repositorios.

En las siguientes secciones se muestra cómo asociar una URL de repositorio de Git a su dominio y 
perfil de usuario.

Asociación a un dominio

El siguiente comando asocia una URL de repositorio de Git a un dominio existente.

aws sagemaker update-domain --region region --domain-id domain-id \ 
    --default-user-settings 
 JupyterServerAppSettings={CodeRepositories=[{RepositoryUrl="repository"}]}

Asociación a un perfil de usuario

A continuación se muestra cómo asociar una URL de repositorio de Git a un perfil de usuario 
existente.

aws sagemaker update-user-profile --domain-id domain-id --user-profile-name user-name\ 
    --user-settings 
 JupyterServerAppSettings={CodeRepositories=[{RepositoryUrl="repository"}]}

Adjunta un repositorio de Git desde la SageMaker consola

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En el siguiente tema se muestra cómo asociar una URL de repositorio de Git desde la SageMaker 
consola de Amazon para clonarla en el entorno de Studio Classic. Después de asociar la URL del 
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repositorio de Git, puede clonarla siguiendo los pasos que se indican en Clonar un repositorio de Git 
en SageMaker Studio Classic.

Requisitos previos

Antes de empezar este tutorial, debes incorporarte a Amazon SageMaker Domain. Para obtener más 
información, consulte Descripción general SageMaker de Amazon Domain.

Asociación del repositorio de Git a un dominio o perfil de usuario

Todos los usuarios heredan las URL de repositorios de Git asociadas al nivel de dominio. Sin 
embargo, las URL de repositorios de Git que están asociadas al nivel de perfil de usuario están 
dirigidas a un usuario específico.

En las siguientes secciones se muestra cómo asociar una URL de repositorio de Git a un dominio y 
perfil de usuario.

Asociación a un dominio

Para asociar una URL de repositorio de Git a un dominio existente

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio al que quiera asociar el repositorio de Git.

5. En la página Detalles del dominio, seleccione la pestaña Entorno.

6. En la pestaña Repositorios de código sugeridos para el dominio, seleccione Asociar.

7. En Fuente, introduzca la URL del repositorio de Git.

8. Seleccione Asociar al dominio.

Asociación a un perfil de usuario

A continuación se muestra cómo asociar una URL de repositorio de Git a un perfil de usuario 
existente.

Para asociar una URL de repositorio de Git a un perfil de usuario

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.
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2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio que incluya el perfil de usuario al que desee asociar el repositorio de Git.

5. En la página Detalles del dominio, elija la pestaña Perfiles de usuario.

6. Seleccione el perfil de usuario al que quiera asociar la URL del repositorio de Git.

7. En la página Detalles del usuario, elija Editar.

8. En la página Configuración de Studio, seleccione Asociar en la sección Repositorios de código 
sugeridos para el usuario.

9. En Fuente, introduzca la URL del repositorio de Git.

10. Seleccione Asociar al usuario.

Desasociar repositorios de Git

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Esta guía muestra cómo separar las URL del repositorio de Git de un SageMaker dominio de 
Amazon o un perfil de usuario mediante la consola de Amazon o AWS CLI Amazon SageMaker .

Temas

• Desasociación de un repositorio de Git mediante la AWS CLI

• Separe el repositorio de Git mediante la consola SageMaker

Desasociación de un repositorio de Git mediante la AWS CLI

Para desasociar todas las URL de repositorios de Git de un dominio o perfil de usuario, debe 
pasar una lista vacía de repositorios de código. Esta lista se pasa como parte del parámetro
JupyterServerAppSettings de un comando update-domain o update-user-profile. 
Para desasociar solo una URL del repositorio de Git, pase la lista de repositorios de código sin la 
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URL del repositorio de Git deseada. En esta sección se muestra cómo desasociar todas las URL de 
repositorios de Git de su dominio o perfil de usuario mediante la AWS Command Line Interface (AWS 
CLI).

Desasociación de un dominio

El siguiente comando desasocia todas las URL de repositorios de Git de un dominio.

aws sagemaker update-domain --region region --domain-name domain-name \ 
    --domain-settings JupyterServerAppSettings={CodeRepositories=[]}

Desasociación de un perfil de usuario

El siguiente comando desasocia todas las URL de repositorios de Git de un perfil de usuario.

aws sagemaker update-user-profile --domain-name domain-name --user-profile-name user-
name\ 
    --user-settings JupyterServerAppSettings={CodeRepositories=[]}

Separe el repositorio de Git mediante la consola SageMaker

En las siguientes secciones se muestra cómo separar una URL de repositorio de Git de un dominio o 
perfil de usuario mediante la SageMaker consola.

Desasociación de un dominio

Siga estos pasos para desasociar la URL de un repositorio de Git de un dominio existente.

Para desasociar una URL de repositorio de Git de un dominio existente

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio con la URL del repositorio de Git que quiera desasociar.

5. En la página Detalles del dominio, seleccione la pestaña Entorno.

6. En la pestaña Repositorios de código sugeridos para el dominio, seleccione la URL del 
repositorio de Git que quiera desasociar.

7. Elija Desasociar.
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8. En la nueva ventana, seleccione Desasociar.

Desasociación de un perfil de usuario

Siga estos pasos para desasociar la URL de un repositorio de Git de un perfil de usuario.

Para desasociar la URL de un repositorio de Git de un perfil de usuario

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio que incluya el perfil de usuario con la URL del repositorio de Git que 
quiera desasociar.

5. En la página Detalles del dominio, elija la pestaña Perfiles de usuario.

6. Seleccione el perfil de usuario con la URL del repositorio de Git que quiera desasociar.

7. En la página Detalles del usuario, elija Editar.

8. En la página de Configuración de Studio, seleccione la URL del repositorio de Git para 
desasociarla de la pestaña Repositorios de código sugeridos para el usuario.

9. Elija Desasociar.

10. En la nueva ventana, seleccione Desasociar.

Realice tareas habituales en Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En las siguientes secciones se describe cómo realizar tareas habituales en Amazon SageMaker 
Studio Classic. Para obtener información general sobre la interfaz de Studio Classic, 
consulteDescripción general de la interfaz de usuario clásica de Amazon SageMaker Studio.
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Temas

• Cargue archivos a SageMaker Studio Classic

• Clonar un repositorio de Git en SageMaker Studio Classic

• Deja de entrenar en SageMaker Studio Classic

• Uso TensorBoard en Amazon SageMaker Studio Classic

• Uso CodeWhisperer de CodeGuru extensiones con SageMaker

• Administre su volumen de almacenamiento de Amazon EFS en SageMaker Studio Classic

• Envíe sus comentarios sobre SageMaker Studio Classic

• Cierra y actualiza las aplicaciones de SageMaker Studio Classic y Studio Classic

Cargue archivos a SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Cuando se incorpora a Amazon SageMaker Studio Classic, se crea un directorio principal para usted 
en el volumen Amazon Elastic File System (Amazon EFS) que se creó para su equipo. Studio Classic 
solo puede abrir archivos que se hayan cargado en su directorio. El explorador de archivos Studio 
Classic se asigna a su directorio principal.

Note

Studio Classic no admite la carga de carpetas. Si bien solo puede cargar archivos 
individuales, puede cargar varios al mismo tiempo.

Para cargar archivos en el directorio de inicio

1. En la barra lateral izquierda, elija el icono Explorador de archivos

( ).
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2. En el explorador de archivos, elija el icono Cargar archivos

( ).

3. Seleccione el archivo que quiera cargar y, a continuación, elija Abrir.

4. Haga doble clic en un archivo para abrirlo en una nueva pestaña de Studio Classic.

Clonar un repositorio de Git en SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Amazon SageMaker Studio Classic solo puede conectarse a un repositorio de Git local (repo). Esto 
significa que debe clonar el repositorio de Git desde Studio Classic para acceder a los archivos 
del repositorio. Studio Classic ofrece una extensión de Git para que pueda introducir la URL de un 
repositorio de Git, clonarlo en su entorno, enviar cambios y ver el historial de confirmaciones. Si 
el repositorio es privado y requiere credenciales para acceder, se le solicitará que introduzca sus 
credenciales de usuario. Eso incluye su nombre de usuario y su token de acceso personal. Para más 
información sobre los tokens de acceso personal, consulte Administración de sus tokens de acceso 
personal.

Los administradores también pueden adjuntar las URL sugeridas al repositorio de Git a nivel de 
SageMaker dominio de Amazon o perfil de usuario. A continuación, los usuarios pueden seleccionar 
la URL del repositorio de la lista de sugerencias y clonarla en Studio Classic. Para obtener más 
información acerca de cómo asociar los repositorios sugeridos, consulte Adjunta los repositorios de 
Git sugeridos a Studio Classic.

El siguiente procedimiento muestra cómo clonar un GitHub repositorio de Studio Classic.

Para clonar el repositorio

1. En la barra lateral izquierda, elija el icono de Git

( ).

2. Seleccione Clonar un repositorio. Se abre una nueva ventana.
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3. En la ventana Clonar repositorio de Git, introduzca la URL del repositorio de Git que desee 
clonar en el siguiente formato o seleccione un repositorio de la lista de Repositorios sugeridos.

https://github.com/path-to-git-repo/repo.git

4. Si ha introducido la URL del repositorio de Git manualmente, seleccione Clonar "git-url" en el 
menú desplegable.

5. En el Directorio del proyecto en el que se va a clonar, introduzca la ruta al directorio local en 
el que quiera clonar el repositorio de Git. Si este valor se deja vacío, Studio Classic clona el 
repositorio en JupyterLab el directorio raíz.

6. Elija Clonar. Esto abre una nueva ventana de terminal.

7. Si el repositorio requiere credenciales, se le pedirá que introduzca su nombre de usuario y 
token de acceso personal. Esta solicitud no acepta contraseñas, debe usar un token de acceso 
personal. Para más información sobre los tokens de acceso personal, consulte Administración 
de sus tokens de acceso personal.

8. Espere a que finalice la descarga. Una vez que se haya clonado el repositorio, el Explorador de 
archivos se abre para mostrar el repositorio clonado.

9. Haga doble clic en el repositorio para abrirlo.

10. Elija el icono de Git para ver la interfaz de usuario de Git que ahora rastrea el repositorio.

11. Para rastrear un repositorio diferente, abra el repositorio en el explorador de archivos y 
seleccione el icono de Git.

Deja de entrenar en SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Puedes detener un trabajo de formación con la interfaz de usuario clásica de Amazon SageMaker 
Studio. Cuando se detiene un trabajo de entrenamiento, su estado cambia a Stopping, momento 
en el que cesa la facturación. Un algoritmo puede retrasar la terminación para guardar artefactos del 
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modelo después de lo cual cambia el estado del trabajo a Stopped. Para obtener más información, 
consulte el método stop_training_job en AWS SDK for Python (Boto3).

Para detener un trabajo de entrenamiento

1. Siga el procedimiento Ver, buscar y comparar ejecuciones de experimentos de esta página 
hasta que abra la pestaña Describe Trial Component (Describir componente de prueba).

2. En la parte superior derecha de la pestaña, elija Detener trabajo de entrenamiento. Status 
(Estado) en la esquina superior izquierda de la pestaña cambia a Stopped (Detenido).

3. Para ver el tiempo de entrenamiento y el tiempo de facturación, elija Configuración de AWS.

Uso TensorBoard en Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En el siguiente documento se describe cómo instalar y ejecutar TensorBoard Amazon SageMaker 
Studio Classic.

Note

Esta guía muestra cómo abrir la TensorBoard aplicación a través de un servidor portátil 
SageMaker Studio Classic de un perfil de usuario de SageMaker dominio individual. Para 
obtener una TensorBoard experiencia más completa integrada con la SageMaker formación y 
las funcionalidades de control de acceso de SageMaker Domain, consulteÚselo TensorBoard 
para depurar y analizar trabajos de formación en Amazon SageMaker.

Requisitos previos

Este tutorial requiere un SageMaker dominio. Para obtener más información, consulte Descripción 
general SageMaker de Amazon Domain
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Configuración de TensorBoardCallback

1. Inicie Studio Classic y abra el lanzador. Para obtener más información, consulte Usa el Amazon 
SageMaker Studio Classic Launcher

2. En Amazon SageMaker Studio Classic Launcher, enNotebooks and compute resources, 
selecciona el botón Cambiar entorno.

3. En el cuadro de diálogo Cambiar entorno, utilice los menús desplegables para seleccionar la 
imagen de TensorFlow 2.6 Python 3.8 CPU Optimized Studio Classic.

4. De vuelta al lanzador, haga clic en el icono Crear cuaderno. El bloc de notas se abre y se abre 
en una nueva pestaña de Studio Classic.

5. Ejecute este código desde las celdas de su cuaderno.

6. Importe los paquetes necesarios:

import os
import datetime
import tensorflow as tf

7. Cree un modelo Keras.

mnist = tf.keras.datasets.mnist

(x_train, y_train),(x_test, y_test) = mnist.load_data()
x_train, x_test = x_train / 255.0, x_test / 255.0

def create_model(): 
  return tf.keras.models.Sequential([ 
    tf.keras.layers.Flatten(input_shape=(28, 28)), 
    tf.keras.layers.Dense(512, activation='relu'), 
    tf.keras.layers.Dropout(0.2), 
    tf.keras.layers.Dense(10, activation='softmax') 
  ])

8. Cree un directorio para sus TensorBoard registros

LOG_DIR = os.path.join(os.getcwd(), "logs/fit/" + 
 datetime.datetime.now().strftime("%Y%m%d-%H%M%S"))

9. Ejecute el entrenamiento con TensorBoard.

model = create_model()
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model.compile(optimizer='adam', 
              loss='sparse_categorical_crossentropy', 
              metrics=['accuracy']) 
               
               
tensorboard_callback = tf.keras.callbacks.TensorBoard(log_dir=LOG_DIR, 
 histogram_freq=1)

model.fit(x=x_train, 
          y=y_train, 
          epochs=5, 
          validation_data=(x_test, y_test), 
          callbacks=[tensorboard_callback])

10. Genere la ruta EFS para los TensorBoard registros. Esta ruta se utiliza para configurar los 
registros desde la terminal.

EFS_PATH_LOG_DIR = "/".join(LOG_DIR.strip("/").split('/')[1:-1])
print (EFS_PATH_LOG_DIR)

Obtenga el valor de EFS_PATH_LOG_DIR. La necesitará en la sección TensorBoard de 
instalación.

Instalar TensorBoard

1. Haz clic en el Amazon SageMaker Studio Classic botón de la esquina superior izquierda 
de Studio Classic para abrir Amazon SageMaker Studio Classic Launcher. Este lanzador 
debe abrirse desde el directorio raíz. Para obtener más información, consulte Usa el Amazon 
SageMaker Studio Classic Launcher

2. En el lanzador, bajo Utilities and files, haga clic en System terminal.

3. Ejecute los siguientes comandos desde el terminal. Copie EFS_PATH_LOG_DIR desde el 
cuaderno de Jupyter. Debe ejecutar esto desde desde el directorio raíz /home/sagemaker-
user.

pip install tensorboard
tensorboard --logdir <EFS_PATH_LOG_DIR>
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Lanzamiento TensorBoard

1. Para iniciarlo TensorBoard, copia la URL de Studio Classic y lab? sustitúyela por la
proxy/6006/ siguiente. Debe incluir el carácter final /.

https://<YOUR_URL>.studio.region.sagemaker.aws/jupyter/default/proxy/6006/

2. Vaya a la URL para examinar los resultados.

Uso CodeWhisperer de CodeGuru extensiones con SageMaker

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Amazon SageMaker Studio Classic es un entorno de aprendizaje automático integrado en el que 
puede crear, entrenar, implementar y analizar sus modelos en la misma aplicación. En este tema se 
muestra cómo generar recomendaciones de código y sugerir mejoras relacionadas con problemas de 
código mediante Amazon CodeWhisperer y Amazon CodeGuru with Amazon SageMaker.

Las siguientes extensiones permiten escribir código mediante la generación de recomendaciones de 
código y la sugerencia de mejoras relacionadas con los problemas de código:

• Amazon CodeWhisperer

• Amazon CodeGuru

¿Qué es Amazon CodeWhisperer?

Amazon CodeWhisperer es un servicio impulsado por el aprendizaje automático que ayuda a mejorar 
la productividad de los desarrolladores. CodeWhisperer Para ello, genera recomendaciones de 
código basadas en los comentarios de los desarrolladores en lenguaje natural y en su código en 
el IDE. Durante la versión preliminar, Amazon estará CodeWhisperer disponible para Java, Python 
JavaScript, C# y los lenguajes de TypeScript programación. El servicio se integra con JupyterLab 
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Amazon SageMaker Studio Classic, las instancias de Amazon SageMaker Notebook y otros entornos 
de desarrollo integrados (IDE).

Para obtener más información, consulte Configuración CodeWhisperer con Amazon SageMaker 
Studio Classic.

¿Qué es Amazon CodeGuru?

Amazon CodeGuru Security utiliza el razonamiento automatizado y el aprendizaje automático 
basados en las mejores prácticas de AWS seguridad. CodeGuru Security crea automáticamente 
políticas de seguridad integrales, detecta las vulnerabilidades de seguridad en el código y sugiere 
mejoras de calidad. En conjunto, estas recomendaciones pueden ayudarle a crear e implementar 
aplicaciones seguras.

CodeGuru La seguridad mejora la seguridad del código de las siguientes maneras:

• Detecta de forma proactiva las infracciones y vulnerabilidades de las políticas de seguridad.

• Proporciona recomendaciones para abordar los riesgos de seguridad.

• Sugiere mejoras en los métodos ineficientes.

Desde SageMaker, puedes llamar a CodeGuru Security mediante el complemento Jupyter de código 
abierto. Puedes usar CodeGuru Security para escanear libretas y detectar diversos problemas que 
puedan afectar a la seguridad, la corrección, la reproducibilidad, la capacidad de mantenimiento y 
el rendimiento del código. Para obtener más información, consulte el tutorial: Ejecute escaneos con 
Studio Classic y. SageMaker JupyterLab

Administre su volumen de almacenamiento de Amazon EFS en SageMaker Studio 
Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

La primera vez que un usuario de su equipo se incorpora a Amazon SageMaker Studio Classic, 
Amazon SageMaker crea un volumen de Amazon Elastic File System (Amazon EFS) para el equipo. 
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Se crea un directorio principal en el volumen para cada usuario que se incorpora a Studio Classic 
como parte de su equipo. Los archivos de cuaderno y los archivos de datos se almacenarán en esos 
directorios. Los usuarios no tienen acceso a los directorios de inicio de otros miembros del equipo. 
Amazon SageMaker Domain no admite el montaje de volúmenes Amazon EFS personalizados o 
adicionales.

Important

No elimine el volumen de Amazon EFS. Si lo elimina, el dominio dejará de funcionar y todos 
sus usuarios perderán su trabajo.

Para encontrar el volumen de Amazon EFS

1. Abra la consola de SageMaker .

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, seleccione el dominio del que quiera buscar el ID.

5. En la página de Detalles del dominio, seleccione la pestaña Configuración del dominio.

6. En Configuración general, busque el ID del dominio. El ID tendrá el siguiente formato: d-
xxxxxxxxxxxx.

7. Pase el Domain ID, como DomainId, al método describe_domain.

8. En la respuesta de describe_domain, observe el valor de la clave HomeEfsFileSystemId. 
Este es el ID del sistema de archivos de Amazon EFS.

9. Abra la consola de Amazon EFS. Asegúrese de que la AWS región es la misma que utiliza 
Studio Classic.

10. Bajo Sistemas de archivos, elija el ID del sistema de archivos del paso anterior.

11. Para comprobar que ha elegido el sistema de archivos correcto, seleccione el encabezado
Etiquetas. El valor correspondiente a la clave ManagedByAmazonSageMakerResource debe 
coincidir con el Studio Classic ID.

Para obtener información sobre cómo acceder al volumen de Amazon EFS, consulte Uso de 
sistemas de archivos en Amazon EFS.
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Para eliminar el volumen de Amazon EFS, consulte Eliminación de un sistema de archivos de 
Amazon EFS.

Envíe sus comentarios sobre SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Amazon SageMaker se toma muy en serio tus comentarios. Le animamos a que nos envíe sus 
comentarios.

Para proporcionar comentarios

1. A la derecha de SageMaker Studio Classic, busca el icono de comentarios

( ).

2. Elige un emoticono sonriente para hacernos saber tu grado de satisfacción con SageMaker 
Studio Classic y añade cualquier comentario que quieras compartir con nosotros.

3. Decida si desea compartir su identidad con nosotros y, a continuación, elija Enviar.

Cierra y actualiza las aplicaciones de SageMaker Studio Classic y Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En los siguientes temas se muestra cómo cerrar y actualizar las aplicaciones SageMaker Studio 
Classic y Studio Classic.
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Studio Classic incluye un icono de notificación 

( ) 
en la esquina superior derecha de la interfaz de usuario de Studio Classic. Este icono de notificación 
muestra el número de avisos no leídos. Para leer los avisos, seleccione el icono.

Studio Classic ofrece dos tipos de notificaciones:

• Actualización: se muestra cuando Studio Classic o una de las aplicaciones de Studio Classic han 
lanzado una nueva versión. Para actualizar Studio Classic, consulteCierre y actualice SageMaker 
Studio Classic. Para actualizar las aplicaciones de Studio Classic, consulteCierre y actualice las 
aplicaciones de Studio Classic.

• Información: se muestra para nuevas características y otra información.

Para restablecer el icono de notificación, debe seleccionar el enlace en cada aviso. Es posible que 
las notificaciones de lectura sigan apareciendo en el icono. Esto no indica que las actualizaciones 
sigan siendo necesarias una vez que haya actualizado las aplicaciones Studio Classic y Studio 
Classic.

Para obtener información sobre cómo actualizar Amazon SageMaker Data Wrangler, consulte. Cierre 
y actualice las aplicaciones de Studio Classic

Para asegurarse de que dispone de las actualizaciones de software más recientes, actualice Amazon 
SageMaker Studio Classic y sus aplicaciones de Studio Classic mediante los métodos que se 
describen en los temas siguientes.

Temas

• Cierre y actualice SageMaker Studio Classic

• Cierre y actualice las aplicaciones de Studio Classic

Cierre y actualice SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.
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Para actualizar Amazon SageMaker Studio Classic a la última versión, debe cerrar la JupyterServer 
aplicación. Puedes cerrar la JupyterServer aplicación desde la SageMaker consola, desde Amazon 
SageMaker Studio o desde Studio Classic. Una vez cerrada la JupyterServer aplicación, debes 
volver a abrir Studio Classic a través de la SageMaker consola o desde Studio, que creará una nueva 
versión de la JupyterServer aplicación.

No puedes eliminar la JupyterServer aplicación mientras la interfaz de usuario de Studio Classic esté 
abierta en el navegador. Si elimina la JupyterServer aplicación mientras la interfaz de usuario de 
Studio Classic aún está abierta en el navegador, la JupyterServer aplicación SageMaker se vuelve a 
crear automáticamente.

Se perderá la información del cuaderno que no se haya guardado. Los datos de usuario del volumen 
de Amazon EFS no se ven afectados.

Algunos de los servicios de Studio Classic, como Data Wrangler, se ejecutan en su propia aplicación. 
Para actualizar estos servicios, debe eliminar la aplicación de ese servicio. Para obtener más 
información, consulte Cierre y actualice las aplicaciones de Studio Classic.

Note

Una JupyterServer aplicación está asociada a un único usuario de Studio Classic. Cuando 
actualiza la aplicación para un usuario, no afecta a otros usuarios.

En la página siguiente se muestra cómo actualizar la JupyterServer aplicación desde la SageMaker 
consola, desde Studio o desde Studio Classic.

Apague y actualice desde la SageMaker consola

1. Vaya a https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio que incluye la aplicación Studio Classic que desea actualizar.

5. En Perfiles de usuario, seleccione su nombre de usuario.

6. En Aplicaciones, en la fila que aparece JupyterServer, selecciona Acción y, a continuación, 
selecciona Eliminar.

7. Elija Sí, eliminar aplicación.

8. Escriba delete en el cuadro de confirmación.
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9. Elija Eliminar.

10. Una vez eliminada la aplicación, abre una nueva aplicación de Studio Classic para obtener la 
versión más reciente.

Apaga y actualiza desde Studio

1. Ve a Studio siguiendo los pasos que se indicanLanza Amazon SageMaker Studio.

2. En la interfaz de usuario de Studio, busca el panel de aplicaciones en la parte izquierda.

3. En el panel de aplicaciones, selecciona Studio Classic.

4. En la página de inicio de Studio Classic, seleccione la instancia de Studio Classic que desee 
detener.

5. Elija Detener.

6. Una vez detenida la aplicación, selecciona Ejecutar para usar la versión más reciente.

Apague y actualice desde Studio Classic

1. Abre Studio Classic.

2. En el menú superior, elija File (Archivo) y, a continuación, Shut Down (Apagar).

3. Elija una de las opciones siguientes:

• Apagar el servidor: cierra la JupyterServer aplicación. Las sesiones de terminal, las sesiones 
del núcleo, SageMaker las imágenes y las instancias no se cierran. Estos recursos siguen 
acumulando cargos.

• Apagar todo: cierra todas las aplicaciones, sesiones de terminal, sesiones del núcleo, 
SageMaker imágenes e instancias. Estos recursos ya no acumulan cargos.

4. Cierre la ventana.

5. Una vez eliminada la aplicación, abre una nueva aplicación Studio Classic para usar la versión 
más reciente.

Cierre y actualice las aplicaciones de Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
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para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Para actualizar una aplicación Amazon SageMaker Studio Classic a la última versión, primero debe 
cerrar la KernelGateway aplicación correspondiente desde la SageMaker consola. Una vez cerrada 
la KernelGateway aplicación, debe volver a abrirla mediante SageMaker Studio Classic ejecutando 
un nuevo núcleo. El kernel se actualiza automáticamente. Se perderá la información del cuaderno 
que no se haya guardado. Los datos de usuario del volumen de Amazon EFS no se ven afectados.

Tras cerrar una aplicación durante 24 horas, SageMaker elimina todos los metadatos de la 
aplicación. Para que se considere una actualización y se conserven los metadatos de la aplicación, 
las aplicaciones deben reiniciarse en un plazo de 24 horas desde el cierre de la aplicación anterior. 
Transcurrido este intervalo de tiempo, la creación de una aplicación se considera una aplicación 
nueva y no una actualización de la aplicación anterior.

Note

Una KernelGateway aplicación está asociada a un único usuario de Studio Classic. Cuando 
actualiza la aplicación para un usuario, no afecta a otros usuarios.

Para actualizar la KernelGateway aplicación

1. Vaya a https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio que incluya la aplicación que desee actualizar.

5. En Perfiles de usuario, seleccione su nombre de usuario.

6. En Aplicaciones, en la fila que muestra el Nombre de la aplicación, seleccione Acción y, a 
continuación, seleccione Eliminar.

Para actualizar Data Wrangler, elimina la aplicación que comienza con. sagemaker-data-wrang

7. Elija Sí, eliminar aplicación.

8. Escriba delete en el cuadro de confirmación.

9. Elija Eliminar.
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10. Una vez eliminada la aplicación, abre un nuevo núcleo desde Studio Classic para usar la última 
versión.

Precios de Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Cuando el primer miembro del equipo se incorpora a Amazon SageMaker Studio Classic, Amazon 
SageMaker crea un volumen de Amazon Elastic File System (Amazon EFS) para el equipo. Cuando 
este miembro, o cualquier miembro del equipo, abre Studio Classic, se crea un directorio principal 
en el volumen para el miembro. Se incurre en un cargo por almacenamiento para este directorio. 
Posteriormente, se incurren en cargos de almacenamiento adicionales para los cuadernos y archivos 
de datos almacenados en el directorio principal del miembro. Para obtener información sobre precios 
en Amazon EFS, consulte Precios de Amazon EFS.

Se incurre en costos adicionales cuando se ejecutan otras operaciones dentro de Studio Classic, por 
ejemplo, ejecutar un cuaderno, ejecutar tareas de capacitación y alojar un modelo.

Para obtener información sobre los costes asociados al uso de las libretas Studio Classic, 
consulteMedición de uso.

Para obtener información sobre la facturación junto con ejemplos de precios, consulta Amazon 
SageMaker Pricing.

Si Amazon SageMaker Studio es tu experiencia predeterminada, consulta Precios de Amazon 
SageMaker Studio para obtener más información sobre los precios.

Solución de problemas de Amazon SageMaker Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
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para el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

En este tema se describe cómo solucionar problemas comunes de Amazon SageMaker Studio 
Classic durante la configuración y el uso. Los siguientes son errores comunes que pueden 
producirse al usar Amazon SageMaker Studio Classic. Cada error va seguido de una solución.

Problemas con la aplicación Studio Classic

Se producen los siguientes problemas al iniciar y utilizar la aplicación Studio Classic.

• La pantalla no se carga: limpiar el espacio de trabajo y esperar no ayuda

Al iniciar la aplicación Studio Classic, aparece el siguiente mensaje en una ventana emergente. No 
importa qué opción esté seleccionada, Studio Classic no se carga.

Loading...
The loading screen is taking a long time. Would you like to clear the workspace or 
 keep waiting?

La aplicación Studio Classic puede tener un retraso en el lanzamiento si hay varias pestañas 
abiertas en el espacio de trabajo de Studio Classic o si hay varios archivos en Amazon EFS. Esta 
ventana emergente debería desaparecer unos segundos después de que el espacio de trabajo de 
Studio Classic esté listo.

Si sigue viendo una pantalla de carga con una rueda giratoria después de seleccionar cualquiera 
de las opciones, es posible que haya problemas de conectividad con la Amazon Virtual Private 
Cloud utilizada por Studio Classic. 

Para resolver los problemas de conectividad con la Amazon Virtual Private Cloud (Amazon VPC) 
utilizada por Studio Classic, compruebe las siguientes configuraciones de red:

• Si su dominio está configurado en el modo VpcOnly: compruebe que haya un punto de 
conexión de Amazon VPC para AWS STS, o una puerta de enlace NAT para el tráfico saliente, 
incluido el tráfico a través de Internet. Para ello, siga los pasos que se indican en Conecte los 
blocs de notas SageMaker Studio Classic de una VPC a recursos externos.

• Si su Amazon VPC está configurada con un DNS personalizado en lugar del DNS proporcionado 
por Amazon: compruebe que las rutas estén configuradas mediante el Protocolo de 
configuración dinámica de host (DHCP) para cada punto de enlace de Amazon VPC añadido 
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a la Amazon VPC utilizada por Studio Classic. Para obtener más información sobre la 
configuración de conjuntos de opciones de DHCP predeterminados y personalizados, consulte
Conjuntos de opciones de DHCP en Amazon VPC.

• Fallo interno al lanzar Studio Classic

Al iniciar Studio Classic, no puede ver la interfaz de usuario de Studio Classic. También aparece 
un error similar al siguiente, con un fallo interno como detalle del error.

Amazon SageMaker Studio
The JupyterServer app default encountered a problem and was stopped.

Este error puede deberse a varios factores. Si al completar estos pasos no se resuelve el 
problema, cree una incidencia en https://aws.amazon.com/premiumsupport/. 

• Falta el objetivo de montaje de Amazon EFS: Studio Classic utiliza Amazon EFS como 
almacenamiento. El volumen de Amazon EFS necesita un destino de montaje para cada subred 
en la que se cree el SageMaker dominio de Amazon. Si este destino de montaje de Amazon 
EFS se elimina accidentalmente, la aplicación Studio Classic no se puede cargar porque no 
puede montar el directorio de archivos del usuario. Para resolver este problema, siga estos 
pasos.

Para verificar o crear objetivos de montaje.

1. Busque el volumen de Amazon EFS asociado al dominio mediante la llamada a la
DescribeDomainAPI. 

2. Inicie sesión en la AWS Management Console y abra la consola de Amazon EFS en https:// 
console.aws.amazon.com/efs/.

3. En la lista de volúmenes de Amazon EFS, seleccione el volumen de Amazon EFS asociado 
al dominio.

4. En la página de detalles de Amazon EFS, seleccione la pestaña Red. Compruebe que haya 
destinos de montaje para todas las subredes en las que está configurado el dominio.

5. Si faltan objetivos de montaje, agregue los objetivos de montaje de Amazon EFS que falten. 
Para obtener instrucciones, consulte Creación y administración de objetivos de montaje y 
grupos de seguridad.

6. Una vez creados los objetivos de montaje que faltan, inicie la aplicación Studio Classic.

• Archivos conflictivos en la .local carpeta del usuario: si utilizas la JupyterLab versión 
1 de Studio Classic, las bibliotecas conflictivas de tu .local carpeta pueden provocar 
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problemas al iniciar la aplicación Studio Classic. Para solucionar este problema, actualiza la 
JupyterLab versión predeterminada de tu perfil de usuario a JupyterLab la 3.0. Para obtener más 
información sobre cómo ver y actualizar la JupyterLab versión, consulteJupyterLab Control de 
versiones.

• ConfigurationError: LifecycleConfig al iniciar Studio Classic

No puedes ver la interfaz de usuario de Studio Classic al iniciar Studio Classic. Esto se debe a 
problemas con el script de configuración del ciclo de vida predeterminado asociado al dominio.

Para resolver problemas de configuración del ciclo de vida

1. Consulte los CloudWatch registros de Amazon para ver la configuración del ciclo de vida para 
rastrear el comando que provocó el error. Para ver el registro, siga los pasos que se indican 
en Verifique el proceso de configuración del ciclo de vida desde CloudWatch los registros.

2. Desasocie el script predeterminado del perfil de usuario o del dominio. Para obtener más 
información, consulte Actualización y desasociación de configuraciones del ciclo de vida.

3. Inicie la aplicación Studio Classic.

4. Depure el script de configuración del ciclo de vida. Puede ejecutar el script de configuración 
del ciclo de vida desde el terminal del sistema para solucionar el problema. Cuando el script 
se ejecute correctamente desde el terminal, puede asociarlo al perfil de usuario o al dominio.

• SageMaker Las funciones principales de Studio Classic no están disponibles.

Si aparece este mensaje de error al abrir Studio Classic, puede deberse a conflictos de versiones 
del paquete Python. Esto ocurre si ha utilizado los siguientes comandos en un bloc de notas o 
terminal para instalar paquetes de Python que tienen conflictos de versión con las dependencias 
de los SageMaker paquetes.

!pip install

pip install --user

Para resolver este problema, siga estos pasos:

1. Desinstale los paquetes de Python instalados recientemente. Si no tiene claro qué paquete 
desinstalar, cree una incidencia en https://aws.amazon.com/premiumsupport/. 

2. Reinicie Studio Classic:

a. Cierre Studio Classic desde el menú Archivo.
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b. Espere un minuto.

c. Vuelva a abrir Studio Classic refrescando la página o abriéndola desde. AWS Management 
Console

El problema debería resolverse si ha desinstalado el paquete que causó el conflicto. Para instalar 
paquetes sin volver a causar este problema, utilice %pip install sin el marcado --user.

Si el problema persiste, cree un nuevo perfil de usuario y configure su entorno con ese perfil de 
usuario.

Si estas soluciones no arreglan el problema, cree una incidencia en https://aws.amazon.com/
premiumsupport/. 

• No se puede abrir Studio Classic desde. AWS Management Console

Si no puedes abrir Studio Classic y no puedes crear una nueva instancia en ejecución con todos 
los ajustes predeterminados, crea un problema con https://aws.amazon.com/premiumsupport/. 

KernelGateway problemas con la aplicación

Los siguientes problemas son específicos de las KernelGateway aplicaciones que se inician en 
Studio Classic.

• No se puede acceder a la sesión del kernel

Cuando el usuario inicia un nuevo cuaderno, no puede conectarse a la sesión del cuaderno. Si 
el estado de la KernelGateway aplicación esIn Service, puede comprobar lo siguiente para 
resolver el problema.

• Compruebe las configuraciones de los grupos de seguridad

Si el dominio está configurado en VPCOnly modo, el grupo de seguridad asociado al dominio 
debe permitir el tráfico entre los puertos del rango 8192-65535 para garantizar la conectividad 
entre KernelGateway las aplicaciones JupyterServer y las aplicaciones.

Para verificar las reglas del grupo de seguridad

1. Obtenga los grupos de seguridad asociados al dominio mediante la llamada a la
DescribeDomainAPI.
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2. Inicie sesión en la AWS Management Console y abra la consola de Amazon VPC en https:// 
console.aws.amazon.com/vpc/.

3. En el panel de navegación izquierdo, en Seguridad, elija Grupos de seguridad.

4. Filtre por los ID de los grupos de seguridad asociados al dominio.

5. Para cada grupo de seguridad:

a. Seleccione el grupo de seguridad .

b. En la página de detalles del grupo de seguridad, consulte las Reglas de entrada. 
Compruebe que el tráfico esté permitido entre los puertos del rango 8192-65535.

Para obtener más información sobre los grupos de seguridad, consulte Control del tráfico hacia 
los recursos mediante grupos de seguridad. Para obtener más información sobre los requisitos 
para usar Studio Classic en VPCOnly el modo, consulteConecte los blocs de notas SageMaker 
Studio Classic de una VPC a recursos externos.

• Compruebe el firewall y WebSocket las conexiones

Si las KernelGateway aplicaciones tienen un InService estado y el usuario no puede 
conectarse a la sesión del portátil Studio Classic, compruebe el firewall y la WebSocket 
configuración.

1. Inicie la aplicación Studio Classic. Para obtener más información, consulte Inicie Amazon 
SageMaker Studio Classic.

2. Abra las herramientas para desarrolladores del navegador web.

3. Elija la pestaña Red.

4. Busque una entrada que coincida con el siguiente formato.

wss://<domain-id>.studio.<region>.sagemaker.aws/jupyter/default/api/kernels/
<unique-code>/channels?session_id=<unique-code>

Si el estado o el código de respuesta de la entrada no es el 101 siguiente: la configuración 
de la red impide la conexión entre la aplicación Studio Classic y las KernelGateway 
aplicaciones.

Para resolver este problema, ponte en contacto con el equipo que gestiona la configuración 
de red para permitir incluir en la lista la URL de Studio Classic y habilitar WebSocket las 
conexiones. 
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• No se pudo iniciar una aplicación debido a que se superaron las cuotas de recursos

Cuando un usuario intenta iniciar un nuevo cuaderno, la creación del cuaderno falla y se produce 
uno de los siguientes errores. Esto se debe a que se superan las cuotas de recursos.

• Unable to start more Apps of AppType [KernelGateway] and 
 ResourceSpec(instanceType=[]) for UserProfile []. Please delete an App with a 
 matching AppType and ResourceSpec, then try again

Studio Classic admite hasta cuatro KernelGateway aplicaciones en ejecución en la misma 
instancia. Para resolver este problema, puede optar por una de las siguientes medidas:

• Elimine una KernelGateway aplicación existente que se esté ejecutando en la instancia y, a 
continuación, reinicie el nuevo bloc de notas.

• Iniciar el nuevo cuaderno en un tipo de instancia diferente

Para obtener más información, consulte Cambiar un tipo de instancia.

• An error occurred (ResourceLimitExceeded) when calling the CreateApp operation

En este caso, la cuenta no tiene límites suficientes para crear una aplicación de Studio Classic 
en el tipo de instancia especificado. Para resolver este problema, vaya a la consola de Service 
Quotas en https://console.aws.amazon.com/servicequotas/. En esa consola, solicite un aumento 
del límite Studio KernelGateway Apps running on instance-type instance. Para 
más información, consulte Service Quotas de AWS.

SageMaker JupyterLab

Crea un JupyterLab espacio en Amazon SageMaker Studio para lanzar la JupyterLab aplicación. 
Un JupyterLab espacio es un espacio privado dentro de Studio que administra los recursos de 
almacenamiento y procesamiento necesarios para ejecutar la JupyterLab aplicación. La JupyterLab 
aplicación es un entorno de desarrollo interactivo (IDE) basado en la web para cuadernos, código y 
datos. Utilice la interfaz amplia y flexible de la JupyterLab aplicación para configurar y organizar los 
flujos de trabajo del aprendizaje automático (ML).

De forma predeterminada, la JupyterLab aplicación viene con la imagen SageMaker de distribución. 
La imagen de distribución incluye paquetes populares, como los siguientes:

• PyTorch
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• TensorFlow

• Keras

• NumPy

• Pandas

• Scikit-learn

Dentro de la JupyterLab aplicación, puedes usar Amazon CodeWhisperer, un complemento de 
código generativo impulsado por IA para generar, depurar y explicar tu código.

Cree flujos de trabajo unificados de análisis y aprendizaje automático en el mismo bloc de notas de 
Jupyter. Ejecute Spark trabajos interactivos en Amazon EMR y en una infraestructura AWS Glue 
sin servidor, directamente desde su portátil. Supervise y depure los trabajos más rápido mediante la 
interfaz de usuario integrada. Spark En unos pocos pasos, puede automatizar la preparación de los 
datos programando el bloc de notas como una tarea.

La JupyterLab aplicación le ayuda a trabajar en colaboración con sus compañeros. Usa la 
integración de Git integrada en el JupyterLab IDE para compartir y versionar el código. Edita 
el código de las libretas con tus compañeros en tiempo real. Traiga su propio sistema de 
almacenamiento de archivos si tiene un volumen de Amazon EFS.

La JupyterLab aplicación se ejecuta en una sola instancia de Amazon Elastic Compute Cloud 
(Amazon EC2) y utiliza un único volumen de Amazon Elastic Block Store (Amazon EBS) como 
almacenamiento. Puede cambiar de instancia más rápido o aumentar el tamaño del volumen de 
Amazon EBS según sus necesidades.

La aplicación Juptyerlab 4 se ejecuta en un espacio de Studio. JupyterLab Studio Classic usa la 
aplicación 3. JupyterLab JupyterLab 4 ofrece las siguientes ventajas:

• Un IDE más rápido que Amazon SageMaker Studio Classic, especialmente con ordenadores 
portátiles grandes

• Búsqueda de documentos mejorada

• Un editor de texto más eficiente y accesible

Para obtener más información al respecto JupyterLab, consulte JupyterLabla documentación.

Temas

• JupyterLab guía de usuario
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• JupyterLab guía del administrador

• Migración de SageMaker Studio Classic a SageMaker Studio

JupyterLab guía de usuario

Esta guía muestra a JupyterLab los usuarios cómo ejecutar flujos de trabajo de análisis y aprendizaje 
automático en SageMaker Studio. Puedes conseguir un almacenamiento rápido y ampliar o reducir el 
rendimiento de tu proceso en función de tus necesidades.

JupyterLab solo es compatible con los espacios privados compartidos, donde los espacios privados 
están destinados a un único usuario de un dominio. Para obtener información sobre los espacios de 
Studio, consulteEspacios de Amazon SageMaker Studio.

Para empezar a usarlos JupyterLab, crea un espacio privado e inicia tu JupyterLab aplicación. 
El espacio privado en el que se ejecuta JupyterLab la aplicación es un JupyterLab espacio. El 
JupyterLab espacio utiliza una única instancia de Amazon EC2 para el procesamiento y un único 
volumen de Amazon EBS para el almacenamiento. Todo el contenido de su espacio, como el código, 
el perfil de git y las variables de entorno, se almacena en el mismo volumen de Amazon EBS. El 
volumen tiene 3000 IOPS y un rendimiento de 125 megabytes por segundo (MBps). Puede utilizar 
el almacenamiento rápido para abrir y ejecutar varios cuadernos Jupyter en la misma instancia. 
También puede cambiar los núcleos de un bloc de notas muy rápidamente.

El administrador ha configurado los ajustes de almacenamiento predeterminados de Amazon EBS 
para su espacio. El tamaño de almacenamiento predeterminado es de 5 GB, pero puede aumentar la 
cantidad de espacio disponible. Puedes hablar con tu administrador para que te dé las pautas.

Puede cambiar el tipo de instancia de Amazon EC2 que va a utilizar para ejecutar JupyterLab y 
ampliar o reducir la capacidad de procesamiento en función de sus necesidades. Las instancias de
Fast Launch se inician mucho más rápido que las demás instancias.

El administrador puede proporcionarle una configuración del ciclo de vida que personalice su 
entorno. Puede especificar la configuración del ciclo de vida al crear el espacio.

Si el administrador le da acceso a Amazon EFS, puede configurar el JupyterLab espacio para 
acceder a él.

De forma predeterminada, la JupyterLab aplicación utiliza la imagen SageMaker de distribución. Esto 
incluye la compatibilidad con muchos paquetes de aprendizaje automático, análisis y aprendizaje 
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profundo. Sin embargo, si necesita una imagen personalizada, su administrador puede ayudarlo a 
proporcionar acceso a las imágenes personalizadas.

El volumen de Amazon EBS se conserva independientemente de la vida útil de una instancia. No 
perderá sus datos cuando cambie de instancia. Usa las bibliotecas de administración de paquetes 
conda y pip para crear entornos personalizados reproducibles que persistan incluso cuando cambies 
de tipo de instancia.

Para empezar a usarlo JupyterLab, cree un espacio o elija el espacio que su administrador creó para 
usted y ábralo. JupyterLab

Utilice el siguiente procedimiento para crear un espacio y abrirlo JupyterLab.

Para crear un espacio y abrirlo JupyterLab

1. Abra Studio. Para obtener información sobre cómo abrir Studio, consulteLanza Amazon 
SageMaker Studio.

2. Elija JupyterLab.

3. Selecciona Crear JupyterLab espacio.

4. En Nombre, especifique el nombre del espacio.

5. Seleccione Crear espacio.

6. (Opcional) Por ejemplo, especifique la instancia de Amazon EC2 que ejecuta el espacio.

7. (Opcional) En Imagen, especifique una imagen que haya proporcionado el administrador para 
personalizar el entorno.

8. (Opcional) Para la configuración del espacio, especifique lo siguiente:

• Almacenamiento (GB): hasta 100 GB o la cantidad que especifique el administrador.

• Configuración del ciclo de vida: configuración del ciclo de vida que especifique el 
administrador.

• Adjunte un sistema de archivos EFS personalizado: un Amazon EFS al que el administrador 
proporciona acceso.

9. Elija Run space.

10. Selecciona Abrir JupyterLab.

Configure el espacio

Tras crear un JupyterLab espacio, puede configurarlo para que haga lo siguiente:
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• Cambie el tipo de instancia.

• Cambie el volumen de almacenamiento.

• (Se requiere una configuración de administrador) Utilice una imagen personalizada.

• (Se requiere una configuración de administrador) Utilice una configuración de ciclo de vida.

• (Se requiere una configuración de administrador) Adjunte un Amazon EFS personalizado.

Important

Debe detener el JupyterLab espacio cada vez que lo configure. Utilice el siguiente 
procedimiento para configurar el espacio.

Para configurar un espacio

1. En Studio, vaya a la página de la JupyterLab aplicación.

2. Elige el nombre del espacio.

3. (Opcional) En Imagen, especifique una imagen que haya proporcionado el administrador para 
personalizar el entorno.

4. (Opcional) Para la configuración del espacio, especifique lo siguiente:

• Almacenamiento (GB): hasta 100 GB o la cantidad que el administrador haya configurado para 
el espacio.

• Configuración del ciclo de vida: configuración del ciclo de vida que proporciona el 
administrador.

• Adjunte un sistema de archivos EFS personalizado: un Amazon EFS al que el administrador 
proporciona acceso.

5. Elija Run space.

Al abrir la JupyterLab aplicación, el espacio tiene la configuración actualizada.

Una vez abierto JupyterLab, puede configurar el entorno mediante el terminal. Para abrir el terminal, 
dirígete al lanzador y selecciona Terminal.

Los siguientes son ejemplos de diferentes formas en las que puede configurar un entorno. 
JupyterLab
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Note

En Studio, puedes usar las configuraciones del ciclo de vida para personalizar tu entorno, 
pero te recomendamos usar un administrador de paquetes en su lugar. El uso de 
configuraciones de ciclo de vida es un método más propenso a errores. Es más fácil añadir 
o eliminar dependencias que depurar un script de configuración del ciclo de vida. También 
puede aumentar el JupyterLab tiempo de inicio.
Para obtener información sobre las configuraciones del ciclo de vida, consulteUso de 
configuraciones de ciclo de vida con JupyterLab.

Personalice su entorno mediante un administrador de paquetes

Use pip o conda para personalizar su entorno. Recomendamos usar administradores de paquetes en 
lugar de scripts de configuración del ciclo de vida.

Cree y active su entorno personalizado

En esta sección se proporcionan ejemplos de las distintas formas en las que puede configurar un 
entorno JupyterLab.

Un entorno conda básico tiene la cantidad mínima de paquetes que se requieren para sus flujos de 
trabajo. SageMaker Utilice la siguiente plantilla para crear un entorno conda básico:

# initialize conda for shell interaction
conda init

# create a new fresh environment
conda create --name test-env

# check if your new environment is created successfully
conda info --envs

# activate the new environment
conda activate test-env

# install packages in your new conda environment
conda install pip boto3 pandas ipykernel

# list all packages install in your new environment  
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conda list

# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | cut -d : -f 2 | tr -
d ' ')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env:
($CURRENT_ENV_NAME)"

# to exit your new environment
conda deactivate 
             

La siguiente imagen muestra la ubicación del entorno que ha creado.

Para cambiar su entorno, elíjalo y seleccione una opción del menú desplegable.
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Elija Seleccionar para seleccionar un núcleo para el entorno.

Limpie un entorno conda

Limpiar los entornos conda que no esté utilizando puede ayudar a liberar espacio en disco y mejorar 
el rendimiento. Utilice la siguiente plantilla para limpiar un entorno conda:

# list your environments to select an environment to clean
conda info --envs # or conda info -e

# once you've selected your environment to purge
conda remove --name test-env --all
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# run conda environment list to ensure the target environment is purged
conda info --envs # or conda info -e 
             

Cree un entorno conda con una versión específica de Python

Limpiar los entornos conda que no esté utilizando puede ayudar a liberar espacio en disco y mejorar 
el rendimiento. Utilice la siguiente plantilla para limpiar un entorno conda:

# create a conda environment with a specific python version
conda create --name py38-test-env python=3.8.10

# activate and test your new python version
conda activate py38-test-env & python3 --version

# Install ipykernel to facilicate env registration
conda install ipykernel

# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | cut -d : -f 2 | tr -
d ' ')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env:
($CURRENT_ENV_NAME)"

# deactivate your py38 test environment
conda deactivate 
             

Cree un entorno conda con un conjunto específico de paquetes

Utilice la siguiente plantilla para crear un entorno conda con una versión específica de Python y un 
conjunto de paquetes:

# prefill your conda environment with a set of packages,
conda create --name py38-test-env python=3.8.10 pandas matplotlib=3.7 scipy ipykernel

# activate your conda environment and ensure these packages exist
conda activate py38-test-env
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# check if these packages exist
conda list | grep -E 'pandas|matplotlib|scipy'

# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | cut -d : -f 2 | tr -
d ' ')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env:
($CURRENT_ENV_NAME)"

# deactivate your conda environment
conda deactivate 
             

Clona conda desde un entorno existente

Clona tu entorno conda para conservar su estado de funcionamiento. Experimenta en el entorno 
clonado sin tener que preocuparse por introducir cambios importantes en su entorno de prueba.

Utilice el siguiente comando para clonar un entorno.

# create a fresh env from a base environment  
conda create --name py310-base-ext --clone base # replace 'base' with another env

# activate your conda environment and ensure these packages exist
conda activate py310-base-ext

# install ipykernel to register your env
conda install ipykernel

# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | cut -d : -f 2 | tr -
d ' ')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env:
($CURRENT_ENV_NAME)"

# deactivate your conda environment
conda deactivate 
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Clona conda desde un archivo YAML de referencia

Cree un entorno conda a partir de un archivo YAML de referencia. El siguiente es un ejemplo de un 
archivo YAML que puedes usar.

# anatomy of a reference environment.yml
name: py311-new-env
channels: 
  - conda-forge
dependencies: 
  - python=3.11 
  - numpy 
  - pandas 
  - scipy 
  - matplotlib 
  - pip 
  - ipykernel 
  - pip: 
      - git+https://github.com/huggingface/transformers 
             

Enpip, recomendamos especificar solo las dependencias que no están disponibles con conda.

Usa los siguientes comandos para crear un entorno conda a partir de un archivo YAML.

# create your conda environment  
conda create -f environment.yml

# activate your env
conda activate py311-new-env 
             

Comparte entornos entre tipos de instancias

Puede compartir entornos conda guardándolos en un directorio de Amazon EFS fuera de su volumen 
de Amazon EBS. Otro usuario puede acceder al entorno en el directorio en el que lo guardó.
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Important

Compartir sus entornos tiene limitaciones. Por ejemplo, no recomendamos un entorno 
diseñado para ejecutarse en una instancia de Amazon EC2 de GPU en lugar de un entorno 
que se ejecute en una instancia de CPU.

Usa los siguientes comandos como plantilla para especificar el directorio de destino en el que vas a 
crear un entorno personalizado. Está creando una conda dentro de una ruta determinada. Se crea en 
el directorio Amazon EFS. Puede crear una nueva instancia y utilizar la ruta de activación de conda y 
hacerlo dentro de Amazon EFS.

# if you know your environment path for your conda environment
conda create --prefix /home/sagemaker-user/my-project/py39-test python=3.9

# activate the env with full path from prefix
conda activate home/sagemaker-user/my-project/py39-test

# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | awk -F' : ' '{print 
 $2}' | awk -F'/' '{print $NF}')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env-
prefix:($CURRENT_ENV_NAME)"

# deactivate your conda environment
conda deactivate                 
             

JupyterLab guía del administrador

Esta guía para administradores describe los SageMaker JupyterLab recursos, como los de Amazon 
Elastic Block Store (Amazon EBS) y Amazon Elastic Compute Cloud (Amazon EC2). En los temas 
también se muestra cómo proporcionar acceso a los usuarios y cómo cambiar el tamaño del 
almacenamiento.

Un SageMaker JupyterLab espacio se compone de los siguientes recursos:
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• Un volumen de Amazon EBS distinto que almacena todos los datos, como el código y las variables 
de entorno.

• La instancia de Amazon EC2 utilizada para ejecutar el espacio.

• La imagen utilizada para JupyterLab ejecutarse.

Note

Las aplicaciones no tienen acceso al volumen de EBS de otras aplicaciones. Por ejemplo, el 
editor de código, basado en Code-OSS, Visual Studio Code - Open Source no tiene acceso 
al volumen de EBS. JupyterLab Para obtener más información sobre los volúmenes de EBS, 
consulte Amazon Elastic Block Store (Amazon EBS).

Puedes usar la SageMaker API de Amazon para hacer lo siguiente:

• Cambie el tamaño de almacenamiento predeterminado del volumen de EBS para sus usuarios.

• Cambie el tamaño máximo del almacenamiento de EBS

• Especifique la configuración de usuario de la aplicación. Por ejemplo, puede especificar si el 
usuario utiliza una imagen personalizada o un repositorio de código.

• Especifique el tipo de aplicación de soporte.

El tamaño predeterminado del volumen de Amazon EBS es de 5 GB. Puede aumentar el tamaño del 
volumen hasta un máximo de 16 384 GB. Si no hace nada, los usuarios pueden aumentar el tamaño 
de su volumen a 100 GB.

Los núcleos asociados a la JupyterLab aplicación se ejecutan en la misma instancia de Amazon EC2 
que se ejecuta. JupyterLab De forma predeterminada, se utiliza la imagen SageMaker de distribución 
más reciente para ejecutarse. JupyterLab Para obtener más información sobre las imágenes de 
SageMaker distribución, consulteSageMaker Imágenes de distribución.

En las siguientes secciones se explican las configuraciones que debe realizar como administrador.

Temas

• Ofrezca a sus usuarios acceso a espacios privados

• Cambia el tamaño de almacenamiento predeterminado para tus JupyterLab usuarios

• Uso de configuraciones de ciclo de vida con JupyterLab
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• Adjunta repositorios de Git

• Personalice los entornos mediante imágenes personalizadas

• Eliminar los recursos no utilizados

• Cuotas

Ofrezca a sus usuarios acceso a espacios privados

Para que los usuarios puedan acceder a los espacios privados, debes adjuntar una política de 
permisos a sus funciones de IAM. También puedes usar la política de permisos para restringir los 
espacios privados y sus aplicaciones asociadas a un perfil de usuario específico.

La siguiente política de permisos permite el acceso a los espacios privados. Esto permite a los 
usuarios crear su propio espacio privado y enumerar otros espacios privados dentro de su dominio. 
Un usuario con esta política no puede acceder al espacio privado de otro usuario. Para obtener 
información sobre los espacios de Studio, consulteEspacios de Amazon SageMaker Studio.

La política proporciona a los usuarios permisos para lo siguiente:

• Espacios privados.

• Un perfil de usuario para acceder a los espacios privados.

Para conceder permisos, puede adjuntar la siguiente política a las funciones de IAM de sus usuarios. 
También puedes usar esta política para restringir los espacios privados y sus aplicaciones asociadas 
a un perfil de usuario específico.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 

      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:app/*", 
      "Condition": { 
        "Null": { 
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          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioCreatePresignedDomainUrlForUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreatePresignedDomainUrl" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:user-profile/
${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
    }, 
    { 
      "Sid": "SMStudioAppPermissionsListAndDescribe", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:ListApps", 
        "sagemaker:ListDomains", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListSpaces", 
        "sagemaker:DescribeApp", 
        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeSpace" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "SMStudioAppPermissionsTagOnCreate", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:*/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:TaggingAction": "false" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictSharedSpacesWithoutOwners", 
      "Effect": "Allow", 
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      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:space/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictSpacesToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:space/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:$Región de AWS:
$111122223333:user-profile/${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private", 
            "Shared" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictCreatePrivateSpaceAppsToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
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      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:app/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:
${aws:Region}:${aws:PrincipalAccount}:user-profile/${sagemaker:DomainId}/
${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private" 
          ] 
        } 
      } 
    }, 
  ]
} 
         

Cambia el tamaño de almacenamiento predeterminado para tus JupyterLab usuarios

Puede cambiar la configuración de almacenamiento predeterminada para sus usuarios. También 
puede cambiar la configuración de almacenamiento predeterminada en función de los requisitos de 
su organización y las necesidades de sus usuarios.

Para cambiar el tamaño del almacenamiento, en esta sección se proporcionan comandos para hacer 
lo siguiente:

1. Actualice la configuración de almacenamiento de Amazon EBS en el SageMaker dominio de 
Amazon (dominio).

2. Cree un perfil de usuario y especifique la configuración de almacenamiento que contiene.

Utilice los siguientes comandos AWS Command Line Interface (AWS CLI) para cambiar el tamaño de 
almacenamiento predeterminado.

Utilice el siguiente AWS CLI comando para actualizar el dominio:

aws --region $REGION sagemaker update-domain \
--domain-id $DOMAIN_ID \
--default-user-settings '{ 
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    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":5, 
            "MaximumEbsVolumeSizeInGb":100 
        } 
    }
}'           
         

Utilice el siguiente AWS CLI comando para crear el perfil de usuario y especificar la configuración de 
almacenamiento predeterminada:

aws --region $REGION sagemaker create-user-profile \
--domain-id $DOMAIN_ID \
--user-profile-name $USER_PROFILE_NAME \
--user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":5, 
            "MaximumEbsVolumeSizeInGb":100 
        } 
    }
}'             
         

Utilice los siguientes AWS CLI comandos para actualizar la configuración de almacenamiento 
predeterminada en el perfil de usuario:

aws --region $REGION sagemaker update-user-profile \
--domain-id $DOMAIN_ID \
--user-profile-name $USER_PROFILE_NAME \
--user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":25, 
            "MaximumEbsVolumeSizeInGb":200 
        } 
    }
}'             
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Uso de configuraciones de ciclo de vida con JupyterLab

Las configuraciones del ciclo de vida son scripts de shell que se activan por eventos JupyterLab del 
ciclo de vida, como iniciar un nuevo JupyterLab bloc de notas. Puede utilizar las configuraciones del 
ciclo de vida para automatizar la personalización de su JupyterLab entorno. Esta personalización 
incluye la instalación de paquetes personalizados, la configuración de extensiones de cuadernos, la 
precarga de conjuntos de datos y la configuración de repositorios de código fuente.

El uso de configuraciones del ciclo de vida le brinda flexibilidad y control JupyterLab para 
configurarlas de acuerdo con sus necesidades específicas. Por ejemplo, puede crear un conjunto 
mínimo de imágenes de contenedores base con los paquetes y bibliotecas más utilizados. Luego, 
puede usar las configuraciones del ciclo de vida para instalar paquetes adicionales para casos de 
uso específicos en sus equipos de ciencia de datos y aprendizaje automático.

Note

Cada script tiene un límite de 16 384 caracteres.

Temas

• Creación y asociación de una configuración del ciclo de vida

• Depuración de configuraciones del ciclo de vida

• Separe las configuraciones del ciclo de vida

Creación y asociación de una configuración del ciclo de vida

En este tema se incluyen instrucciones para crear y asociar una configuración de ciclo de vida a 
JupyterLab. Utilice el AWS Command Line Interface (AWS CLI) para automatizar la personalización 
de su JupyterLab entorno.

Las configuraciones del ciclo de vida son scripts de shell activados por eventos JupyterLab del ciclo 
de vida, como iniciar un nuevo JupyterLab bloc de notas. Para obtener más información acerca 
de las configuraciones del ciclo de vida, consulte Uso de configuraciones de ciclo de vida con 
JupyterLab.

Cree una configuración de ciclo de vida (AWS CLI)

Aprenda a crear una configuración de ciclo de vida con AWS Command Line Interface (AWS CLI) 
para automatizar la personalización de su entorno de Studio.
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Requisitos previos

Antes de comenzar, complete los siguientes requisitos previos:

• Actualice la AWS CLI según los pasos que se indican en Installing the current AWS CLI Version.

• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

• Incorporado a Amazon SageMaker Domain. Para obtener información conceptual, consulte
Descripción general SageMaker de Amazon Domain. Para obtener una guía de inicio rápido, 
consulteIncorporación rápida a Amazon SageMaker Domain.

Paso 1: Crear una configuración del ciclo de vida

En el siguiente procedimiento se muestra cómo crear un script de configuración del ciclo de vida que 
presente el mensaje Hello World.

Note

Cada script puede tener hasta 16 384 caracteres.

1. Desde su máquina local, cree un archivo denominado my-script.sh con el siguiente 
contenido:

#!/bin/bash
set -eux
echo 'Hello World!'

2. Utilice lo siguiente para convertir el my-script.sh archivo al formato base64. Este requisito 
evita errores debidos a la codificación del espaciado y los saltos de línea.

LCC_CONTENT=`openssl base64 -A -in my-script.sh`

3. Cree una configuración del ciclo de vida para usar en Studio. El siguiente comando crea una 
configuración del ciclo de vida que se ejecuta al lanzar una JupyterLab aplicación asociada:

aws sagemaker create-studio-lifecycle-config \
--region region \
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--studio-lifecycle-config-name my-jl-lcc \
--studio-lifecycle-config-content $LCC_CONTENT \
--studio-lifecycle-config-app-type JupyterLab 

Tenga en cuenta el ARN de la configuración del ciclo de vida recién creada que se devuelve. 
Este ARN es necesario para asociar la configuración del ciclo de vida a la aplicación.

Paso 2: Adjunta la configuración del ciclo de vida a tu SageMaker dominio de Amazon (dominio) y 
perfil de usuario

Para adjuntar la configuración del ciclo de vida, debes actualizar la UserSettings de tu dominio o 
perfil de usuario. Todos los usuarios heredan los scripts de configuración del ciclo de vida que están 
asociados a nivel de dominio. Sin embargo, los scripts que están asociados en el nivel de perfil de 
usuario están dirigidos a un usuario específico.

Puede crear un nuevo perfil de usuario, dominio o espacio con una configuración de ciclo de vida 
adjunta mediante los siguientes comandos:

• create-user-profile

• create-domain

• create-space

El siguiente comando crea un perfil de usuario con una configuración de ciclo de vida. Agregue 
el ARN de configuración del ciclo de vida del paso anterior al JupyterLabAppSettings del 
usuario. Puede añadir varias configuraciones del ciclo de vida al mismo tiempo pasando una lista 
de ellas. Cuando un usuario inicia una JupyterLab aplicación con elAWS CLI, puede especificar una 
configuración de ciclo de vida en lugar de utilizar la configuración predeterminada. La configuración 
del ciclo de vida que pase el usuario debe pertenecer a la lista de configuraciones del ciclo de vida 
incluida en la JupyterLabAppSettings.

# Create a new UserProfile
aws sagemaker create-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"JupyterLabAppSettings": { 
  "LifecycleConfigArns": 
    [lifecycle-configuration-arn-list] 
  }
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}'

Depuración de configuraciones del ciclo de vida

En los siguientes temas se muestra cómo obtener información y depurar las configuraciones del ciclo 
de vida.

Temas

• Verifique el proceso de configuración del ciclo de vida desde CloudWatch los registros

• Tiempo de espera de configuración del ciclo de vida

Verifique el proceso de configuración del ciclo de vida desde CloudWatch los registros

Las configuraciones del ciclo de vida solo registran STDOUT y STDERR.

STDOUT es el resultado predeterminado para los scripts bash. Se puede escribir en STDERR
añadiendo >&2 al final de un comando bash. Por ejemplo, echo 'hello'>&2.

Los registros de las configuraciones de tu ciclo de vida se publican en Amazon CloudWatch. Cuenta 
de AWS Estos registros se encuentran en el flujo de /aws/sagemaker/studio registros de la 
CloudWatch consola.

1. Abra la CloudWatch consola en https://console.aws.amazon.com/cloudwatch/.

2. Seleccione Registros en el panel de navegación izquierdo. En el menú desplegable, seleccione
Grupos de registros.

3. En la página Grupos de registros, busque aws/sagemaker/studio.

4. Seleccione el grupo de registro.

5. En la página de Detalles del grupo de registro, seleccione la pestaña Flujos de registro.

6. Para buscar los registros de una aplicación específica, busque en los flujos de registro utilizando 
el siguiente formato:

domain-id/user-profile-name/app-type/app-name

La siguiente cadena de búsqueda busca los registros de configuración del ciclo de vida del 
dominiod-m85lcu8vbqmz, el perfil de usuarioi-sonic-js, el tipo JupyterLab de aplicación 
y el nombre de la aplicacióntest-lcc-echo:
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d-m85lcu8vbqmz/i-sonic-js/JupyterLab/test-lcc-echo 

7. Para ver los registros de ejecución del script, seleccione el flujo de registro adjunto.
LifecycleConfigOnStart

Tiempo de espera de configuración del ciclo de vida

Existe una limitación de tiempo de espera de configuración del ciclo de vida de 5 minutos. Si un script 
de configuración del ciclo de vida tarda más de 5 minutos en ejecutarse, aparecerá un error.

Para resolver este error, asegúrese de que el script de configuración del ciclo de vida se complete en 
menos de 5 minutos.

Para reducir el tiempo de ejecución de los scripts, intente lo siguiente:

• Reduzca los pasos innecesarios. Por ejemplo, limite los entornos de conda donde se instalarán 
paquetes de gran tamaño.

• Ejecute tareas en procesos paralelos.

• Utilice el comando nohup en el guion para asegurarse de que se ignoran las señales de bloqueo, 
de modo que el guion se ejecute sin parar.

Separe las configuraciones del ciclo de vida

Para actualizar el script, debe crear un nuevo script de configuración del ciclo de vida y adjuntarlo al 
SageMaker dominio de Amazon (dominio), perfil de usuario o espacio compartido correspondiente. 
Un script de configuración del ciclo de vida no se puede cambiar después de crearlo. Para obtener 
más información acerca de la creación y asociación de un configuración de ciclo de vida, consulte
Creación y asociación de una configuración del ciclo de vida.

En la siguiente sección, se muestra cómo separar una configuración del ciclo de vida mediante AWS 
Command Line Interface (AWS CLI).

Desasociación con la AWS CLI

Para separar una configuración de ciclo de vida mediante (AWS CLI), elimine la configuración 
de ciclo de vida deseada de la lista de configuraciones de ciclo de vida adjunta al recurso. A 
continuación, pasa la lista como parte del comando correspondiente:

• update-user-profile
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• update-domain

• update-space

Por ejemplo, el siguiente comando elimina todas las configuraciones del ciclo de vida de la 
JupyterLab aplicación asociada al dominio.

aws sagemaker update-domain --domain-id domain-id \
--region region \
--default-user-settings '{
"JupyterLabAppSettings": { 
  "LifecycleConfigArns": 
    [] 
  }
}'

Adjunta repositorios de Git

JupyterLab ofrece una extensión de Git para introducir la URL de un repositorio de Git (repo), 
clonarlo en un entorno, insertar cambios y ver el historial de confirmaciones. También puedes 
adjuntar las URL sugeridas de repositorios de Git a un dominio de Amazon ( SageMaker Dominio) o 
a un perfil de usuario.

En las siguientes secciones se muestra cómo adjuntar las URL de los repositorios de Git a un 
dominio o perfil de usuario desde AWS Command Line Interface (AWS CLI) y la SageMaker 
consola. En una sección también se proporcionan AWS CLI comandos para separar estas URL de 
repositorios.

Adjuntar un repositorio de Git (AWS CLI)

En esta sección se muestra cómo adjuntar la URL de un repositorio (repo) de Git mediante. AWS 
CLI Después de adjuntar la URL del repositorio de Git, puedes clonarla siguiendo los pasos que se 
indican. Clona un repositorio de Git en Amazon Studio SageMaker

Requisitos previos

Antes de comenzar, complete los siguientes requisitos previos:

• Actualice la AWS CLI según los pasos que se indican en Installing the current AWS Command Line 
Interface Version.
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• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

• Incorporado a Amazon SageMaker Domain. Para obtener más información, consulte Descripción 
general SageMaker de Amazon Domain.

Adjunta el repositorio de Git a un dominio de Amazon ( SageMaker dominio) o perfil de usuario

Todos los usuarios heredan las URL de repositorios de Git que están asociadas a nivel de dominio. 
Sin embargo, las URL de repositorios de Git que están asociadas al nivel de perfil de usuario están 
dirigidas a un usuario específico. Puedes adjuntar varias URL de repositorios de Git a un SageMaker 
dominio de Amazon o a un perfil de usuario pasando una lista de URL de repositorios.

En las siguientes secciones se muestra cómo adjuntar una URL de repositorio de Git a tu dominio y 
perfil de usuario.

Adjuntar a un SageMaker dominio de Amazon

El siguiente comando adjunta una URL de repositorio de Git a un dominio existente:

aws sagemaker update-domain --region region --domain-id domain-id \ 
    --default-user-settings 
 JupyterLabAppSettings={CodeRepositories=[{RepositoryUrl="repository"}]}

Asociación a un perfil de usuario

El siguiente comando adjunta una URL de repositorio de Git a un perfil de usuario existente:

aws sagemaker update-user-profile --domain-id domain-id --user-profile-name user-name\ 
    --user-settings 
 JupyterLabAppSettings={CodeRepositories=[{RepositoryUrl="repository"}]}

Clona un repositorio de Git en Amazon Studio SageMaker

Amazon SageMaker Studio se conecta únicamente a un repositorio de Git local. Para acceder a 
los archivos del repositorio, clona el repositorio de Git desde Studio. Para ello, Studio ofrece una 
extensión de Git para que introduzcas la URL de un repositorio de Git, lo clones en tu entorno, 
insertes cambios y veas el historial de confirmaciones.
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Si el repositorio es privado y requiere credenciales para acceder, recibirás un mensaje para que 
introduzcas tus credenciales de usuario. Sus credenciales incluyen su nombre de usuario y su 
token de acceso personal. Para más información sobre los tokens de acceso personal, consulte
Administración de sus tokens de acceso personal.

Los administradores también pueden adjuntar las URL sugeridas al repositorio de Git a nivel de 
SageMaker dominio de Amazon o perfil de usuario. Los usuarios pueden seleccionar la URL del 
repositorio de la lista de sugerencias y clonarla en Studio. Para obtener más información acerca de 
cómo asociar los repositorios sugeridos, consulte Adjunta los repositorios de Git sugeridos a Studio 
Classic.

Separar las URL de los repositorios de Git

En esta sección se muestra cómo separar las URL del repositorio de Git de un dominio de Amazon 
( SageMaker Dominio) o de un perfil de usuario. Puedes separar las URL de los repositorios 
mediante AWS Command Line Interface (AWS CLI) o la consola de Amazon. SageMaker

Desasociación de un repositorio de Git mediante la AWS CLI

Para desasociar todas las URL de repositorios de Git de un dominio o perfil de usuario, debe 
pasar una lista vacía de repositorios de código. Esta lista se pasa como parte del parámetro
JupyterLabAppSettings de un comando update-domain o update-user-profile. Para 
desasociar solo una URL del repositorio de Git, pase la lista de repositorios de código sin la URL del 
repositorio de Git deseada.

Separar de un dominio de Amazon SageMaker

El siguiente comando separa todas las URL de los repositorios de Git de un dominio:

aws sagemaker update-domain --region region --domain-name domain-name \ 
    --domain-settings JupyterLabAppSettings={CodeRepositories=[]}

Desasociación de un perfil de usuario

El siguiente comando separa todas las URL de los repositorios de Git de un perfil de usuario:

aws sagemaker update-user-profile --domain-name domain-name --user-profile-name user-
name\ 
    --user-settings JupyterLabAppSettings={CodeRepositories=[]}
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Personalice los entornos mediante imágenes personalizadas

Si necesita una funcionalidad diferente a la que proporciona la SageMaker distribución, puede 
incorporar su propia imagen con sus extensiones y paquetes personalizados. También puedes usarla 
para personalizar la JupyterLab interfaz de usuario según tus propias necesidades de marca o de 
conformidad.

Para ver un tutorial que le ayuda a crear una imagen que los usuarios puedan ejecutar en su 
JupyterLab entorno, consulteProporcione a los usuarios acceso a imágenes personalizadas.

Para conocer los requisitos de la imagen, consulteEspecificaciones de Dockerfile.

Temas

• Proporcione a los usuarios acceso a imágenes personalizadas

• Especificaciones de Dockerfile

Proporcione a los usuarios acceso a imágenes personalizadas

Esta documentación proporciona step-by-step instrucciones para proporcionar a los usuarios acceso 
a imágenes personalizadas en sus JupyterLab entornos. Puede utilizar la información de esta página 
para crear entornos personalizados para los flujos de trabajo de sus usuarios. El proceso implica la 
utilización de:

• Docker

• AWS Command Line Interface

• Amazon Elastic Container Registry

• Amazon SageMaker AWS Management Console

Tras seguir las instrucciones de esta página, JupyterLab los usuarios del SageMaker dominio 
Amazon tendrán acceso a la imagen y el entorno personalizados desde sus espacios de Jupyter 
para potenciar sus flujos de trabajo de aprendizaje automático.

Important

En esta página se asume que tienes el AWS Command Line Interface e Docker instalado en 
tu máquina local.
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Para que sus usuarios ejecuten correctamente su imagen en JupyterLab ella, debe hacer lo 
siguiente:

Para que sus usuarios ejecuten la imagen correctamente

1. Cree el Dockerfile

2. Cree la imagen a partir del Dockerfile

3. Cargue la imagen en Amazon Elastic Container Registry

4. Adjunta la imagen a tu SageMaker dominio de Amazon

5. Haz que tus usuarios accedan a la imagen desde tu JupyterLab espacio

Paso 1: Crea el Dockerfile

Cree un Dockerfile para definir los pasos necesarios para crear el entorno necesario para ejecutar la 
aplicación en el contenedor de su usuario.

Important

Su Dockerfile debe cumplir con las especificaciones que se proporcionan en.
Especificaciones de Dockerfile

Utilice la siguiente plantilla de Dockerfile para crear una imagen de Amazon Linux 2:

FROM public.ecr.aws/amazonlinux/amazonlinux:2

ARG NB_USER="sagemaker-user"
ARG NB_UID="1000"
ARG NB_GID="100"
RUN yum install --assumeyes python3 shadow-utils && \ 
    useradd --create-home --shell /bin/bash --gid "${NB_GID}" --uid ${NB_UID} 
 ${NB_USER} && \ 
    yum clean all && \ 
    python3 -m pip install jupyterlab

RUN python3 -m pip install --upgrade pip

RUN python3 -m pip install --upgrade urllib3==1.26.6
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USER ${NB_UID}
CMD jupyter lab --ip 0.0.0.0 --port 8888 \ 
  --ServerApp.base_url="/jupyterlab/default" \ 
  --ServerApp.token='' \ 
  --ServerApp.allow_origin='*' 

             

Usa la siguiente plantilla de Dockerfile para crear una imagen de SageMaker distribución de Amazon:

FROM public.ecr.aws/sagemaker/sagemaker-distribution:latest-cpu
ARG NB_USER="sagemaker-user"
ARG NB_UID=1000
ARG NB_GID=100

ENV MAMBA_USER=$NB_USER

USER root

RUN apt-get update
RUN micromamba install sagemaker-inference --freeze-installed --yes --channel conda-
forge --name base

USER $MAMBA_USER

ENTRYPOINT ["jupyter-lab"]
CMD ["--ServerApp.ip=0.0.0.0", "--ServerApp.port=8888", "--ServerApp.allow_origin=*", 
 "--ServerApp.token=''", "--ServerApp.base_url=/jupyterlab/default"]                 
             

Paso 2: Construye el Dockerfile

En el mismo directorio que tu Dockerfile, crea tu imagen con el siguiente comando:

docker build -t username/imagename:tag your-account-id.dkr.ecr.Región de 
 AWS.amazonaws.com/your-repository-name:tag                    
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Important

La imagen debe estar etiquetada con el siguiente formato:
123456789012.dkr.ecr.your-region.amazonaws.com/your-repository-
name:tag
De lo contrario, no podrás subirlo a un repositorio de Amazon Elastic Container Registry.

Paso 3: Inserta la imagen en el repositorio de Amazon Elastic Container Registry

Tras crear la imagen, inicie sesión en el repositorio de Amazon ECR mediante el siguiente comando:

aws ecr get-login-password --region Región de AWS | docker login --username AWS --
password-stdin 123456789012.dkr.ecr.Región de AWS.amazonaws.com                   
                 

Una vez que haya iniciado sesión, inserte su Dockerfile con el siguiente comando:

docker push 123456789012.dkr.ecr.Región de AWS.amazonaws.com/your-repository-name:tag
                

Paso 4: Adjunta una imagen al SageMaker dominio de Amazon de tus usuarios

Después de insertar la imagen, debes acceder a ella desde tu SageMaker dominio de Amazon. Usa 
el siguiente procedimiento para adjuntar la imagen a un SageMaker dominio:

1. Abra la consola de SageMaker .

2. En Configuraciones de administración, elija Dominios.

3. En la lista de dominios, seleccione un dominio.

4. Abra la pestaña Entorno.

5. Para imágenes personalizadas para aplicaciones personales de Studio, selecciona Adjuntar 
imagen.

6. Especifique la fuente de la imagen.

7. Elija Siguiente.

8. Elija Enviar.
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Tus usuarios ahora pueden seleccionar la imagen que has adjuntado a su dominio desde su 
JupyterLab espacio.

Especificaciones de Dockerfile

La imagen que especifique en su Dockerfile debe coincidir con las especificaciones de las siguientes 
secciones para crear la imagen correctamente.

Ejecutar la imagen

• Entrypoint— Recomendamos incrustar el punto de entrada en la imagen siguiendo las Docker
CMD instrucciones o. Entrypoint También puede configurarlos ContainerEntrypoint y
ContainerArguments pasarlos al contenedor en tiempo de ejecución.

• EnvVariables— Con Studio, puede configurar ContainerEnvironment las variables que 
están disponibles en un contenedor. La variable de entorno se sobrescribe con las variables 
de entorno de SageMaker. Para proporcionarle una mejor experiencia, las variables de entorno 
suelen ser AWS_ y dar prioridad SageMaker_namespaced a los entornos de plataforma.

Las siguientes son las variables de entorno:

• AWS_REGION

• AWS_DEFAULT_REGION

• AWS_CONTAINER_CREDENTIALS_RELATIVE_URI

• SageMaker_SPACE_NAME

Especificaciones para el usuario y el sistema de archivos

• WorkingDirectory— El volumen de Amazon EBS utilizado como almacenamiento. Está adjunto 
al /home/sagemaker-user directorio de trabajo del contenedor. Utilice el WORKDIR comando 
para definir el directorio de trabajo.

• UID— El ID de usuario del Docker contenedor. El UID=1000 es un valor admitido. Puede añadir 
el acceso de sudo a sus usuarios. Los ID se han reasignado para evitar que un proceso que se 
ejecuta en el contenedor tenga más privilegios de los necesarios.

• GID— El ID de grupo del Docker contenedor. GID=100 es un valor admitido. Puede añadir el 
acceso sudo a sus usuarios. Los ID se han reasignado para evitar que un proceso que se ejecuta 
en el contenedor tenga más privilegios de los necesarios.

• Directorios de metadatos: los /opt/ml directorios /opt/.sagemakerintenral y que utiliza. 
AWS El archivo de metadatos /opt/ml contiene metadatos sobre recursos comoDomainId.
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Utilice el siguiente comando para mostrar el contenido del sistema de archivos:

cat /opt/ml/metadata/resource-metadata.json
{"AppType":"JupyterLab","DomainId":"example-domain-id","UserProfileName":"example-
user-profile-name,"ResourceArn":"arn:aws:sagemaker:Región de 
 AWS:111122223333;:app/Domain-ID/user-ID/Jupyte
rLab/default","ResourceName":"default","AppImageVersion":"current"}                   
    
                     

• Directorios de registro: /var/logs/studio están reservados para los directorios de registro 
JupyterLab y las extensiones asociadas a ellos. Se recomienda no utilizar las carpetas al crear la 
imagen.

Health Check y URL de las aplicaciones

• Base URL— La URL base de la aplicación BYOI debe serjupyterlab/default. Solo puede 
tener una aplicación y siempre debe tener un nombredefault.

• HealthCheck API— HostAgent Utiliza HealthCheckAPI el puerto 8888 para comprobar el 
estado de la JupyterLab aplicación. jupyterlab/default/api/statuses el punto final del 
chequeo de estado.

• Home/Default URL— Los /opt/ml directorios /opt/.sagemakerinternal y 
que utilizaAWS. El archivo de metadatos /opt/ml contiene metadatos sobre recursos 
comoDomainId.

• Autenticación: para habilitar la autenticación de sus usuarios, desactive la autenticación basada en 
token o contraseña de Jupyter notebooks y permita todos los orígenes.

El siguiente es un ejemplo Amazon Linux 2 Dockerfile que cumple con las especificaciones 
anteriores:

FROM public.ecr.aws/amazonlinux/amazonlinux:2

ARG NB_USER="sagemaker-user"
ARG NB_UID="1000"
ARG NB_GID="100"
RUN yum install --assumeyes python3 shadow-utils && \ 
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    useradd --create-home --shell /bin/bash --gid "${NB_GID}" --uid ${NB_UID} 
 ${NB_USER} && \ 
    yum clean all && \ 
    python3 -m pip install jupyterlab

RUN python3 -m pip install --upgrade pip

RUN python3 -m pip install --upgrade urllib3==1.26.6

USER ${NB_UID}
CMD jupyter lab --ip 0.0.0.0 --port 8888 \ 
  --ServerApp.base_url="/jupyterlab/default" \ 
  --ServerApp.token='' \ 
  --ServerApp.allow_origin='*' 

             

La siguiente es una muestra Amazon SageMaker Distribution Dockerfile que cumple con las 
especificaciones anteriores:

FROM public.ecr.aws/sagemaker/sagemaker-distribution:latest-cpu
ARG NB_USER="sagemaker-user"
ARG NB_UID=1000
ARG NB_GID=100

ENV MAMBA_USER=$NB_USER

USER root

RUN apt-get update
RUN micromamba install sagemaker-inference --freeze-installed --yes --channel conda-
forge --name base

USER $MAMBA_USER

ENTRYPOINT ["jupyter-lab"]
CMD ["--ServerApp.ip=0.0.0.0", "--ServerApp.port=8888", "--ServerApp.allow_origin=*", 
 "--ServerApp.token=''", "--ServerApp.base_url=/jupyterlab/default"]                 
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Eliminar los recursos no utilizados

Para evitar incurrir en costes adicionales de funcionamiento JupyterLab, recomendamos eliminar los 
recursos no utilizados en el siguiente orden:

1. JupyterLab aplicaciones

2. Espacios

3. Perfiles de usuario

4. Dominios

Utilice los siguientes comandos AWS Command Line Interface (AWS CLI) para eliminar recursos de 
un dominio:

Delete a JupyterLab application

aws --region Región de AWS sagemaker delete-app --domain-id example-Domain-id --app-
name default --app-type JupyterLab --space-name example-space-name                  
    
                    

Delete a space

aws --region Región de AWS sagemaker delete-space --domain-id example-Domain-id  --
space-name example-space-name 
                    

Delete a user profile

aws --region Región de AWS sagemaker delete-user-profile --domain-id example-Domain-
id --user-profile example-user-profile
                    

Cuotas

JupyterLab, tiene cuotas para lo siguiente:
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• La suma de todos los volúmenes de Amazon EBS dentro de unCuenta de AWS.

• Los tipos de instancias que están disponibles para sus usuarios.

• El número de instancias de una instancia concreta que los usuarios pueden lanzar.

Para ofrecer más almacenamiento y procesamiento a sus usuarios, solicite un aumento de sus 
AWS cuotas. Para obtener más información sobre cómo solicitar un aumento de cuota, consulta los 
SageMaker puntos de conexión y las cuotas de Amazon.

Migración de SageMaker Studio Classic a SageMaker Studio

Important

Antes de poder migrar usuarios de Amazon SageMaker Studio Classic a Amazon SageMaker 
Studio, debe concederles permisos en Studio. Para obtener más información, consulte
Establezca Studio como la experiencia predeterminada.

La migración de sus usuarios de Amazon SageMaker Studio Classic a Amazon SageMaker Studio 
les permite aprovechar las funciones y el rendimiento mejorado de Studio. Esta guía proporciona 
información general sobre el proceso de migración. Proporciona orientación sobre la transferencia 
de los datos de los usuarios, la migración de las configuraciones del ciclo de vida y la garantía de la 
compatibilidad de las JupyterLab extensiones.

La migración de los usuarios de Studio Classic a Studio implica lo siguiente:

• Migrar los datos de los usuarios

• Incorporar las configuraciones del ciclo de vida de

• Migración de extensiones de usuario JupyterLab

Migre los datos de los usuarios de Amazon SageMaker Studio Classic a Amazon 
SageMaker Studio

Studio Classic almacena los archivos en volúmenes de Amazon Elastic File System (Amazon EFS). 
Studio almacena los archivos en Amazon Elastic Block Store (Amazon EBS).
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Le recomendamos que transfiera los directorios principales de los usuarios de Amazon EFS a 
Amazon EBS. La transferencia de los directorios principales ayuda a los usuarios a mantener sus 
entornos de trabajo tras la migración.

Puede migrar los directorios principales de varias maneras. El siguiente es un ejemplo de un método 
que puede utilizar:

1. Identifique el volumen EFS que utiliza para el almacenamiento de usuarios de Studio Classic.

2. Para cada usuario, copie su directorio principal de Amazon EFS al volumen de EBS 
correspondiente JupyterLab asignado.

3. Actualice los nuevos permisos del volumen de EBS para que los usuarios puedan acceder a sus 
directorios principales migrados. JupyterLab

4. Comunique los pasos a los usuarios para que sepan qué esperar al lanzarlos JupyterLab por 
primera vez después de la migración.

Puede utilizarlo AWS DataSync para copiar el contenido de un sistema de archivos EFS de Studio 
Classic a un bucket de Amazon S3.

Una vez finalizada la DataSync tarea, el contenido de los directorios principales de los usuarios de 
Studio Classic se copia en el bucket de Amazon S3 de destino. Las claves de objeto de S3 tienen un 
prefijo que coincide con el HomeEfsFileSystemUid valor de cada perfil de usuario. Puede utilizar 
la DescribeUserProfile operación para obtener el valor.

Puede implementar un script de shell para copiar el directorio principal de Amazon S3 al /home/
sagemaker-user directorio del volumen de Amazon EBS. El script debe hacer todo lo siguiente:

• Obtenga el perfil y el HomeEfsFileSystemUid valor del usuario actual.

• Utilice el HomeEfsFileSystemUid para identificar el prefijo S3 del contenido del directorio 
principal del usuario.

• Copie los objetos que aparecen bajo el prefijo S3 a. /home/sagemaker-user

Important

Antes de ejecutar el script, compruebe lo siguiente:

• El volumen de Amazon EBS es lo suficientemente grande como para almacenar los 
objetos que está exportando.
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• No está migrando archivos y carpetas ocultos, por ejemplo .bashrc y .condarc si no 
tiene intención de hacerlo.

• La función de ejecución AWS Identity and Access Management (IAM) asociada a los 
perfiles de usuario de Studio Classic tiene las políticas configuradas para acceder 
únicamente al directorio principal correspondiente en Amazon S3.

Puede ejecutar el script manualmente en la JupyterLab aplicación o configurarlo como una 
configuración de ciclo de vida.

Al implementar el script, haga lo siguiente:

• Copie únicamente el directorio del usuario específico, no todos los datos de Amazon S3.

• Resuelva cualquier error o transferencia incompleta.

• Conserve los permisos, la propiedad y los metadatos de los archivos y directorios.

• Para evitar duplicados, elimine las copias anteriores de los archivos. /home/sagemaker-user

• Compruebe que el script se pueda ejecutar varias veces sin problemas.

Tras sincronizar los directorios principales de todos los usuarios, elimine los directorios principales 
exportados de Amazon S3. Esto ayudará a reducir los costos de almacenamiento y a separar la 
configuración del ciclo de vida.

Lleve las configuraciones del ciclo de vida de Studio a JupyterLab

Los blocs de notas Amazon SageMaker Studio Classic se basan en la arquitectura kernel gateway. 
El Jupyter Server núcleo y los demás núcleos se ejecutan en recursos informáticos independientes. 
En Studio Classic, con frecuencia había que crear configuraciones de ciclo de vida independientes 
para ambas kernel gateway Jupyter Server aplicaciones. Para obtener más información sobre las 
configuraciones del ciclo de vida de Studio Classic, consulteSageMaker JupyterLab.

En Amazon SageMaker Studio, ambos Jupyter Server núcleos se ejecutan en la misma instancia 
de Amazon EC2. Los entornos de ejecución de JupyterLab las aplicaciones de Studio se basan en 
imágenes de la SageMaker distribución. Los tiempos de ejecución de Studio Classic se ejecutan en 
imágenes diferentes, a menos que se haya especificado una imagen de SageMaker Distribution.

Para migrar los entornos de usuario correctamente, le recomendamos cambiar los scripts de LCC y 
probarlos.
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Migre JupyterLab las extensiones

Studio Classic usa JupyterLab 3. Studio usa JupyterLab 4. Es posible que JupyterLab las 
extensiones personalizadas de Studio Classic no funcionen en Studio, por lo que recomendamos 
comprobar la compatibilidad de las extensiones. Puede que tengas que actualizarlas.

Para obtener más información sobre las extensiones, consulte Compatibilidad de extensiones con la 
JupyterLab versión 4.0.

Instancias de Amazon SageMaker Notebook

Una instancia de Amazon SageMaker Notebook es una instancia de procesamiento de aprendizaje 
automático (ML) que ejecuta la aplicación Jupyter Notebook. SageMaker gestiona la creación de la 
instancia y los recursos relacionados. Utilice los cuadernos de Jupyter en su instancia de bloc de 
notas para preparar y procesar datos, escribir código para entrenar modelos, implementar modelos 
para el SageMaker alojamiento y probar o validar sus modelos.

SageMaker también proporciona cuadernos de muestra que contienen tutoriales de código 
completos. Estos tutoriales muestran cómo utilizarlos para realizar tareas comunes de SageMaker 
aprendizaje automático. Para obtener más información, consulte Ejemplo de cuadernos.

Para obtener información sobre los precios de Amazon SageMaker Notebook Instance, consulta
Amazon SageMaker Pricing.

Mantenimiento

SageMaker actualiza el software subyacente de las instancias de Amazon SageMaker Notebook al 
menos una vez cada 90 días. Algunas actualizaciones de mantenimiento, como las actualizaciones 
del sistema operativo, pueden requerir que la aplicación se desconecte durante un breve período 
de tiempo. No es posible realizar ninguna operación durante este período mientras se actualiza el 
software subyacente. Le recomendamos que reinicie sus cuadernos al menos una vez cada 30 días 
para que los parches se apliquen automáticamente.

Para obtener más información, póngase en contacto con https://aws.amazon.com/premiumsupport/.

Temas

• Uso de instancias de cuadernos para crear modelos

• Instancias de cuaderno de Amazon Linux 2
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• JupyterLab control de versiones

• Creación de una instancia del cuaderno

• Acceso a instancias de cuaderno

• Actualización de una instancia de cuaderno.

• Personalización de una instancia de cuaderno con un script de configuración del ciclo de vida

• Ejemplo de cuadernos

• Establecimiento del kernel del cuaderno

• Asocia repositorios de Git con instancias de SageMaker Notebook

• Metadatos de instancias de cuadernos

• Supervise los registros de Jupyter en Amazon Logs CloudWatch

Uso de instancias de cuadernos para crear modelos

Una de las mejores formas para que los profesionales del aprendizaje automático (ML) utilicen 
Amazon SageMaker es entrenar e implementar modelos de aprendizaje automático mediante 
instancias de SageMaker notebook. Las instancias de SageMaker notebook ayudan a crear el 
entorno al iniciar los servidores de Jupyter en Amazon Elastic Compute Cloud (Amazon EC2) y 
proporcionar núcleos preconfigurados con los siguientes paquetes: SageMaker Amazon Python AWS 
SDK for Python (Boto3) SDKAWS Command Line Interface,, (), Conda, PandasAWS CLI, bibliotecas 
de marcos de aprendizaje profundo y otras bibliotecas para ciencia de datos y aprendizaje 
automático.

Machine Learning con el SDK de SageMaker Python

Para entrenar, validar, implementar y evaluar un modelo de aprendizaje automático en una instancia 
de SageMaker notebook, usa el SDK de SageMaker Python. Los resúmenes del SDK de SageMaker 
Python AWS SDK for Python (Boto3) y las operaciones de SageMaker la API. Le permite integrarse 
con otros servicios de AWS y orquestarlos, por ejemplo Amazon Simple Storage Service (Amazon 
S3) para guardar datos y artefactos de modelos, Amazon Elastic Container Registry (ECR) para 
importar y reparar los modelos de machine learning y Amazon Elastic Compute Cloud (Amazon EC2) 
para el entrenamiento y la inferencia.

También puede aprovechar SageMaker las funciones que le ayudan a abordar todas las etapas de 
un ciclo completo de aprendizaje automático: el etiquetado de datos, el preprocesamiento de los 

Uso de instancias de cuadernos para crear modelos 618



Amazon SageMaker Guía para desarrolladores

datos, el entrenamiento de los modelos, el despliegue de los modelos, la evaluación del rendimiento 
de las predicciones y la supervisión de la calidad del modelo en producción.

Si es la primera vez que lo SageMaker utiliza, le recomendamos que utilice el SDK de SageMaker 
Python siguiendo el tutorial de end-to-end ML. Para encontrar la documentación de código abierto, 
consulte el SDK de Amazon SageMaker Python.

Información general del tutorial

Este tutorial de introducción explica cómo crear una instancia de SageMaker cuaderno, abrir un 
cuaderno de Jupyter con un núcleo preconfigurado con el entorno Conda para el aprendizaje 
automático e iniciar una SageMaker sesión para ejecutar un ciclo de aprendizaje automático. end-to-
end Aprenderá a guardar un conjunto de datos en un bucket de Amazon S3 predeterminado que se 
empareja automáticamente con la SageMaker sesión, a enviar un trabajo de formación de un modelo 
de aprendizaje automático a Amazon EC2 y a implementar el modelo entrenado para la predicción 
mediante alojamiento o inferencia por lotes a través de Amazon EC2.

En este tutorial se muestra de forma explícita un flujo completo de aprendizaje automático que 
consiste en entrenar el modelo XGBoost a partir del conjunto de modelos integrado. SageMaker 
Utiliza el conjunto de datos del censo de adultos de EE. UU. y evalúa el rendimiento del modelo 
SageMaker XGBoost entrenado a la hora de predecir los ingresos de las personas.

• SageMakerXGBoost: el modelo XGBoost está adaptado al entorno y preconfigurado como 
contenedores Docker. SageMaker SageMakerproporciona un conjunto de algoritmos integrados
que están preparados para usar funciones. SageMaker Para obtener más información sobre a 
qué se adaptan los algoritmos de aprendizaje automático SageMaker, consulte Elegir un algoritmo
y utilizar los algoritmos SageMaker integrados de Amazon. Para ver las operaciones de la API 
de algoritmos SageMaker integrados, consulte Prist-Party Algorithms en el SDK de Amazon 
SageMaker Python.

• Conjunto de datos del censo de adultos: el conjunto de datos de la base de datos de la oficina del 
censo de 1994 creado por Ronny Kohavi y Barry Becker (minería y visualización de datos, Silicon 
Graphics). El modelo SageMaker XGBoost se entrena con este conjunto de datos para predecir si 
una persona gana más de 50 000$ al año o menos.

Temas

• Paso 1: Crear una instancia de Amazon SageMaker Notebook

• Paso 3: Crear un cuaderno de Jupyter
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• Paso 4: Descargar, explorar y transformar un conjunto de datos

• Paso 4: Entrenar un modelo

• Paso 5: Implementar el modelo en Amazon EC2

• Paso 6: Evaluar el modelo

• Paso 7: Eliminación

Paso 1: Crear una instancia de Amazon SageMaker Notebook

Una instancia de Amazon SageMaker Notebook es una instancia de procesamiento de Amazon 
Elastic Compute Cloud (Amazon EC2) de aprendizaje automático (ML) totalmente gestionada 
que ejecuta la aplicación Jupyter Notebook. Puede utilizar la instancia de cuaderno para crear y 
administrar cuadernos de Jupyter que puede utilizar para preparar y procesar datos y para entrenar e 
implementar modelos de machine learning.

Para crear una instancia de bloc de notas SageMaker

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. Elija Instancias de bloc de notas y, a continuación, Crear instancia de bloc de notas.

3. En la página Crear instancia del bloc de notas, facilite la siguiente información (si no se 
menciona un campo, deje los valores predeterminados):

a. Para Nombre de instancia del bloc de notas, escriba un nombre para su instancia de 
cuaderno.

b. En Tipo de instancia de bloc de notas, elija ml.t2.medium. Este es el tipo de instancia 
más económica que admiten las instancias de cuaderno y es suficiente para este ejercicio. 
Si un tipo de instancia ml.t2.medium no está disponible en su región de AWS actual, elija
ml.t3.medium.

c. En Identificador de plataforma, elija un tipo de plataforma en el que crear la instancia del 
cuaderno. Este tipo de plataforma dicta el sistema operativo y la JupyterLab versión con la 
que se ha creado la instancia de tu notebook. Para obtener más información acerca del tipo 
de identificador de plataforma, consulte Instancias de cuaderno de Amazon Linux 2. Para 
obtener información acerca de las versiones de JupyterLab, consulte JupyterLab control de 
versiones.

d. Para el Rol de IAM, seleccione Crear un nuevo rol y, a continuación, elija Crear rol. 
Este rol de IAM obtiene automáticamente permisos para obtener acceso a cualquier 
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bucket que tenga sagemaker en el nombre. Obtiene estos permisos a través de la
AmazonSageMakerFullAccess política, que se SageMaker adjunta a la función.

Note

Si quiere conceder al rol de IAM permiso para acceder a los buckets de S3 sin 
incluir sagemaker el nombre, tiene que asociar la política S3FullAccess o 
limitar los permisos a buckets de S3 específicos del rol de IAM. Para obtener más 
información y ejemplos de cómo añadir políticas de bucket al rol de IAM, consulte 
los Ejemplos de políticas de bucket.

e. Elija Crear instancia de bloc de notas.

En unos minutos, SageMaker lanza una instancia de cómputo de aprendizaje automático 
(en este caso, una instancia de notebook) y le adjunta un volumen de almacenamiento de 
Amazon EBS de 5 GB. La instancia de notebook tiene un servidor de notebook Jupyter 
preconfigurado, bibliotecas SDK SageMaker y AWS un conjunto de bibliotecas Anaconda.

Para obtener más información sobre cómo crear una instancia de bloc de notas, consulte 
Crear una instancia de SageMaker bloc de notas.

(Opcional) Cambie la configuración de la instancia de SageMaker Notebook

Si desea cambiar el tipo de instancia de cómputo de aprendizaje automático o el tamaño del 
almacenamiento en Amazon EBS de una instancia de SageMaker bloc de notas que ya se ha 
creado, puede editar la configuración de la instancia de bloc de notas.

Para cambiar y actualizar el tipo de instancia de SageMaker Notebook y el volumen de EBS

1. En la página de instancias de Notebook de la SageMaker consola, elija la instancia de Notebook.

2. Elija Acciones, seleccione Detener y espere hasta que la instancia del cuaderno se detenga por 
completo.

3. Cuando el estado de la instancia del cuaderno cambie a Detenida, elija Acciones y, a 
continuación, elija Actualizar configuración.

a. Para el Tipo de instancia de bloc de notas, elija un tipo de instancia de ML diferente.

b. En Tamaño de volumen en GB, escriba un entero diferente para especificar un nuevo 
tamaño de volumen de EBS.
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Note

Los volúmenes de almacenamiento de EBS están cifrados, por lo que no 
SageMaker se puede determinar la cantidad de espacio libre disponible en el 
volumen. Por este motivo, puede aumentar el tamaño del volumen al actualizar 
una instancia de cuaderno, pero no puede reducir el tamaño del volumen. Si desea 
reducir el tamaño del volumen de almacenamiento de machine learning en uso, cree 
otra instancia de cuaderno con el tamaño deseado.

4. En la parte inferior de la página, elija Actualizar instancia de cuaderno.

5. Cuando se complete la actualización, Inicie la instancia del cuaderno con la nueva configuración.

Para obtener más información sobre cómo actualizar la configuración de las instancias de 
SageMaker bloc de notas, consulte Actualizar una instancia de bloc de notas.

(Opcional) Configuración avanzada para instancias de SageMaker Notebook

El siguiente vídeo tutorial muestra cómo configurar y utilizar las instancias de SageMaker notebook 
a través de la SageMaker consola con opciones avanzadas, como la configuración SageMaker del 
ciclo de vida y la importación de GitHub repositorios. (Duración: 26:04)

Para obtener la documentación completa sobre las instancias de SageMaker notebook, consulte Uso 
de Amazon SageMaker Notebook Instances.

Paso 3: Crear un cuaderno de Jupyter

Para empezar a crear scripts para entrenar e implementar su modelo, cree un cuaderno de 
Jupyter en la instancia de bloc de notas. SageMaker Con el cuaderno de Jupyter, puede realizar 
experimentos de aprendizaje automático (ML) para el entrenamiento y la inferencia y, al mismo 
tiempo, acceder a las funciones y a la infraestructura. SageMaker AWS

Para crear un cuaderno de Jupyter, realice el siguiente procedimiento:

1. Abra la instancia de cuaderno de la siguiente manera:

a. Inicia sesión en la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

b. En la página de instancias de Notebook, abre tu instancia de notebook seleccionando Abrir 
JupyterLab para la JupyterLab interfaz o Abrir Jupyter para la vista clásica de Jupyter.
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Note

Si el estado de la instancia de cuaderno muestra Pendiente en la columna
Estado, su instancia de cuaderno todavía se está creando. El estado cambiará a
InServicecuando la instancia del bloc de notas esté lista para usarse.

2. Cree un cuaderno de la siguiente manera:

• Si ha abierto el bloc de notas en la JupyterLab vista, en el menú Archivo, seleccione Nuevo
y, a continuación, seleccione Bloc de notas. En Seleccionar kernel, elija conda_python3. Este 
entorno preinstalado incluye la instalación de Anaconda predeterminada y Python 3.

• Si ha abierto el cuaderno en la vista clásica de Jupyter, en la pestaña Archivos, elija Nuevo y
conda_python3. Este entorno preinstalado incluye la instalación de Anaconda predeterminada 
y Python 3.

3. Guarde los cuadernos de la siguiente manera:

• En la JupyterLab vista, seleccione Archivo, seleccione Guardar bloc de notas como... y, a 
continuación, cambie el nombre del bloc de notas.

• En la vista clásica de Jupyter, seleccione Archivo, seleccione Guardar como... y, a 
continuación, cambie el nombre del cuaderno.

Paso 4: Descargar, explorar y transformar un conjunto de datos

En este paso, cargará el conjunto de datos del censo de adultos en su instancia de cuaderno 
mediante la biblioteca SHAP (SHapLey Additive exPlanations), revisará el conjunto de datos, lo 
transformará y lo cargará en Amazon S3. SHAP es un enfoque de teoría de juegos para explicar 
el resultado de cualquier modelo de machine learning. Para obtener más información sobre SHAP, 
consulte la Bienvenida a la documentación de SHAP.

Para ejecutar el siguiente ejemplo, pegue el código de ejemplo en una celda de la instancia de su 
cuaderno.

Carga del conjunto de datos del censo de adultos mediante SHAP

Con la biblioteca SHAP, importe el conjunto de datos del censo de adultos como se muestra a 
continuación:

import shap
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X, y = shap.datasets.adult()
X_display, y_display = shap.datasets.adult(display=True)
feature_names = list(X.columns)
feature_names

Note

Si el kernel de Jupyter actual no tiene la biblioteca SHAP, instálelo ejecutando el siguiente 
comando conda:

%conda install -c conda-forge shap

Si lo está utilizando JupyterLab, debe actualizar manualmente el núcleo una vez finalizada la 
instalación y las actualizaciones. Ejecute el siguiente script de IPython para cerrar el kernel 
(el kernel se reiniciará automáticamente):

import IPython
IPython.Application.instance().kernel.do_shutdown(True)

El objeto de lista feature_names debería devolver la siguiente lista de características:

['Age', 
 'Workclass', 
 'Education-Num', 
 'Marital Status', 
 'Occupation', 
 'Relationship', 
 'Race', 
 'Sex', 
 'Capital Gain', 
 'Capital Loss', 
 'Hours per week', 
 'Country']
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Tip

Si estás empezando con datos sin etiquetar, puedes usar Amazon SageMaker Ground Truth 
para crear un flujo de trabajo de etiquetado de datos en cuestión de minutos. Para obtener 
más información, consulte Etiquetado de datos.

Información general del conjunto de datos

Ejecute el siguiente script para mostrar la descripción estadística del conjunto de datos y los 
histogramas de las características numéricas.

display(X.describe())
hist = X.hist(bins=30, sharey=True, figsize=(20, 10))
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Tip

Si desea utilizar un conjunto de datos que deba limpiarse y transformarse, puede simplificar 
y agilizar el preprocesamiento de datos y la ingeniería de características con Amazon 
SageMaker Data Wrangler. Para obtener más información, consulte Preparar datos de 
aprendizaje automático con Amazon SageMaker Data Wrangler.

División de los datos en conjuntos de entrenamiento, validación y prueba.

Con Sklearn, puede dividir el conjunto de datos en un conjunto de entrenamiento y un conjunto de 
prueba. El conjunto de entrenamiento se usa para entrenar el modelo, mientras que el conjunto 
de prueba se usa para evaluar el rendimiento del modelo entrenado final. El conjunto de datos se 
clasifica aleatoriamente con la semilla aleatoria fija: el 80 por ciento del conjunto de datos para el 
conjunto de entrenamiento y el 20 por ciento para el conjunto de prueba.

from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.2, 
 random_state=1)
X_train_display = X_display.loc[X_train.index]

Divida el conjunto de entrenamiento para separar un conjunto de validación. El conjunto de 
validación se utiliza para evaluar el rendimiento del modelo entrenado y, al mismo tiempo, ajustar 
los hiperparámetros del modelo. El 75 por ciento del conjunto de entrenamiento se convierte en el 
conjunto de entrenamiento final y el resto es el conjunto de validación.

X_train, X_val, y_train, y_val = train_test_split(X_train, y_train, test_size=0.25, 
 random_state=1)
X_train_display = X_display.loc[X_train.index]
X_val_display = X_display.loc[X_val.index]

Con el paquete de pandas, alinee de forma explícita cada conjunto de datos concatenando las 
características numéricas con las etiquetas verdaderas.

import pandas as pd
train = pd.concat([pd.Series(y_train, index=X_train.index, 
                             name='Income>50K', dtype=int), X_train], axis=1)
validation = pd.concat([pd.Series(y_val, index=X_val.index, 
                            name='Income>50K', dtype=int), X_val], axis=1)
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test = pd.concat([pd.Series(y_test, index=X_test.index, 
                            name='Income>50K', dtype=int), X_test], axis=1)

Compruebe si el conjunto de datos está dividido y estructurado como se esperaba:

train

validation

test
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Conversión de los conjuntos de datos de entrenamiento y validación en archivos CSV

Convierta los objetos de marco de datos train y validation en archivos CSV para que coincidan 
con el formato de archivo de entrada del algoritmo de XGBoost.

# Use 'csv' format to store the data
# The first column is expected to be the output column
train.to_csv('train.csv', index=False, header=False)
validation.to_csv('validation.csv', index=False, header=False)

Carga de los conjuntos de datos en Amazon S3

Con Boto3 SageMaker y Boto3, cargue los conjuntos de datos de entrenamiento y validación en el 
bucket predeterminado de Amazon S3. Una SageMaker instancia optimizada para procesamiento en 
Amazon EC2 utilizará los conjuntos de datos del bucket de S3 con fines de formación.

El siguiente código configura el URI del bucket de S3 predeterminado para la SageMaker sesión 
actual, crea una nueva demo-sagemaker-xgboost-adult-income-prediction carpeta y 
carga los conjuntos de datos de entrenamiento y validación en la subcarpeta. data

import sagemaker, boto3, os
bucket = sagemaker.Session().default_bucket()
prefix = "demo-sagemaker-xgboost-adult-income-prediction"

boto3.Session().resource('s3').Bucket(bucket).Object( 
    os.path.join(prefix, 'data/train.csv')).upload_file('train.csv')
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boto3.Session().resource('s3').Bucket(bucket).Object( 
    os.path.join(prefix, 'data/validation.csv')).upload_file('validation.csv')

Ejecute la siguiente AWS CLI para comprobar si los archivos CSV se han cargado correctamente en 
el bucket de S3.

! aws s3 ls {bucket}/{prefix}/data --recursive

Esto debe devolver la siguiente salida:

Paso 4: Entrenar un modelo

El SDK de Amazon SageMaker Python proporciona estimadores de marcos y estimadores genéricos 
para entrenar el modelo y, al mismo tiempo, organizar el ciclo de vida del aprendizaje automático 
(ML) y acceder a las SageMaker funciones de entrenamiento y a las infraestructurasAWS, como 
Amazon Elastic Container Registry (Amazon ECR), Amazon Elastic Compute Cloud (Amazon EC2) y 
Amazon Simple Storage Service (Amazon S3)). Para obtener más información sobre los estimadores 
de marcos SageMaker integrados, consulte Frameworks en la documentación del SDK de Amazon 
SageMaker Python. Para obtener más información sobre los algoritmos integrados, consulte Usa 
algoritmos SageMaker integrados de Amazon o modelos previamente entrenados.

Temas

• Elección del algoritmo de entrenamiento

• Creación y ejecución de un trabajo de entrenamiento

Elección del algoritmo de entrenamiento

Para elegir el algoritmo correcto para su conjunto de datos, normalmente necesitará evaluar 
diferentes modelos para encontrar los más adecuados para sus datos. Para simplificar, el algoritmo 
SageMaker Algoritmo XGBoost integrado se utiliza a lo largo de este tutorial sin la evaluación previa 
de los modelos.
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Tip

Si desea SageMaker encontrar un modelo adecuado para su conjunto de datos tabular, 
utilice Amazon SageMaker Autopilot, que automatiza una solución de aprendizaje 
automático. Para obtener más información, consulte SageMaker Piloto automático.

Creación y ejecución de un trabajo de entrenamiento

Una vez que haya decidido qué modelo usar, comience a construir un SageMaker estimador para 
el entrenamiento. Este tutorial utiliza el algoritmo integrado XGBoost para el estimador genérico. 
SageMaker

Para ejecutar un trabajo de entrenamiento de modelo

1. Importe el SDK de Amazon SageMaker Python y comience por recuperar la información básica 
de su SageMaker sesión actual.

import sagemaker

region = sagemaker.Session().boto_region_name
print("AWS Region: {}".format(region))

role = sagemaker.get_execution_role()
print("RoleArn: {}".format(role))

Esto devuelve la siguiente información:

• region— La AWS región actual en la que se ejecuta la instancia del SageMaker bloc de 
notas.

• role: el rol de IAM utilizado por la instancia del cuaderno.

Note

Compruebe la versión del SDK de SageMaker Python 
ejecutandosagemaker.__version__. Este tutorial se basa en sagemaker>=2.20. 
Si el SDK está desactualizado, instale la versión más reciente ejecutando el comando 
siguiente:
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! pip install -qU sagemaker

Si ejecutas esta instalación en las instancias de SageMaker Studio o Notebook que 
ya tienes, tendrás que actualizar manualmente el núcleo para terminar de aplicar la 
actualización de la versión.

2. Cree un estimador de XGBoost con la clase sagemaker.estimator.Estimator. En el 
siguiente código de ejemplo, el estimador de XGBoost de llama xgb_model.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs
from sagemaker.session import TrainingInput

s3_output_location='s3://{}/{}/{}'.format(bucket, prefix, 'xgboost_model')

container=sagemaker.image_uris.retrieve("xgboost", region, "1.2-1")
print(container)

xgb_model=sagemaker.estimator.Estimator( 
    image_uri=container, 
    role=role, 
    instance_count=1, 
    instance_type='ml.m4.xlarge', 
    volume_size=5, 
    output_path=s3_output_location, 
    sagemaker_session=sagemaker.Session(), 
    rules=[ 
        Rule.sagemaker(rule_configs.create_xgboost_report()), 
        ProfilerRule.sagemaker(rule_configs.ProfilerReport()) 
    ]
)

Para construir el SageMaker estimador, especifique los siguientes parámetros:

• image_uri: especifique el URI de la imagen del contenedor de entrenamiento. En este 
ejemplo, el URI del contenedor de entrenamiento SageMaker XGBoost se especifica 
mediante. sagemaker.image_uris.retrieve

• role— La función AWS Identity and Access Management (IAM) que se SageMaker utiliza 
para realizar tareas en su nombre (por ejemplo, leer los resultados de la formación, llamar a 
artefactos de modelos de Amazon S3 y escribir los resultados de la formación en Amazon S3).
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• instance_count y instance_type: el tipo y el número de instancias de computación de 
machine learning de Amazon EC2 que se deben usar para el entrenamiento de modelos. Para 
este ejercicio de entrenamiento, utilizará una sola instancia de ml.m4.xlarge, que tiene 4 
CPU, 16 GB de memoria, un almacenamiento en Amazon Elastic Block Store (Amazon EBS) 
y un alto rendimiento de red. Para obtener más información sobre los tipos de instancias, 
consulte Tipos de instancias de Amazon EC2. Para obtener más información sobre la 
facturación, consulta los  SageMaker precios de Amazon.

• volume_size: el tamaño, en GB, del volumen de almacenamiento de EBS que se va a 
asociar a la instancia de entrenamiento. Debe ser lo suficientemente grande para almacenar 
datos de entrenamiento si utiliza el modo File (el modo File es el predeterminado). Si no 
especifica este parámetro, el valor predeterminado es de 30.

• output_path— La ruta al depósito S3, donde se SageMaker almacenan el artefacto modelo 
y los resultados del entrenamiento.

• sagemaker_session— El objeto de sesión que gestiona las interacciones con las 
operaciones de la SageMaker API y otros AWS servicios que utiliza el trabajo de formación.

• rules— Especifique una lista de las reglas integradas del SageMaker Debugger. En 
este ejemplo, la regla create_xgboost_report() crea un informe de XGBoost que 
proporciona información sobre el progreso y los resultados del entrenamiento, y la regla
ProfilerReport() crea un informe sobre la utilización de los recursos informáticos de 
EC2. Para obtener más información, consulte Informe de entrenamiento sobre el depurador 
XGBoost de SageMaker.

Tip

Si desea realizar un entrenamiento distribuido de modelos de aprendizaje profundo de 
gran tamaño, como modelos de redes neuronales convolucionales (CNN) y modelos 
de procesamiento del lenguaje natural (NLP), utilice SageMaker Distributed para el 
paralelismo de datos o el paralelismo de modelos. Para obtener más información, 
consulte Formación distribuida en Amazon SageMaker.

3. Ajuste los valores de los hiperparámetros para el trabajo de entrenamiento de XGBoost 
llamando al método set_hyperparameters del estimador. Para obtener una lista completa de 
hiperparámetros de XGBoost, consulte Hiperparámetros de XGBoost.

xgb_model.set_hyperparameters( 
    max_depth = 5, 
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    eta = 0.2, 
    gamma = 4, 
    min_child_weight = 6, 
    subsample = 0.7, 
    objective = "binary:logistic", 
    num_round = 1000
)

Tip

También puede ajustar los hiperparámetros mediante la función de optimización de 
hiperparámetros. SageMaker Para obtener más información, consulte Realice el ajuste 
automático del modelo con SageMaker.

4. Utilice la clase TrainingInput para configurar un flujo de entrada de datos para el 
entrenamiento. El siguiente código de ejemplo muestra cómo configurar los objetos
TrainingInput para que usen los conjuntos de datos de entrenamiento y validación que cargó 
en Amazon S3 en la sección División de los datos en conjuntos de entrenamiento, validación y 
prueba..

from sagemaker.session import TrainingInput

train_input = TrainingInput( 
    "s3://{}/{}/{}".format(bucket, prefix, "data/train.csv"), content_type="csv"
)
validation_input = TrainingInput( 
    "s3://{}/{}/{}".format(bucket, prefix, "data/validation.csv"), 
 content_type="csv"
)

5. Para iniciar el entrenamiento del modelo, llame al método fit del estimador con los conjuntos 
de datos de entrenamiento y validación. Al configurar wait=True, el método fit muestra los 
registros de progreso y espera hasta que el entrenamiento se complete.

xgb_model.fit({"train": train_input, "validation": validation_input}, wait=True)

Para obtener más información acerca del modelo de entrenamiento, consulte Entrena a un 
modelo con Amazon SageMaker. Este tutorial de un trabajo de entrenamiento puede llevar hasta 
10 minutos.
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Una vez finalizado el trabajo de formación, puede descargar un informe de formación de 
XGBoost y un informe de creación de perfiles generados por Debugger. SageMaker El informe 
de entrenamiento de XGBoost le ofrece información sobre el progreso y los resultados del 
entrenamiento, como la función de pérdida con respecto a la iteración, la importancia de las 
características, la matriz de confusión, las curvas de precisión y otros resultados estadísticos 
del entrenamiento. Por ejemplo, puede encontrar la siguiente curva de pérdidas en el informe de 
entrenamiento de XGBoost, lo que indica claramente que hay un problema de sobreajuste.
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Ejecute el siguiente código para especificar el URI del bucket de S3 en el que se generan los 
informes de entrenamiento del depurador y compruebe si los informes existen.

rule_output_path = xgb_model.output_path + "/" + 
 xgb_model.latest_training_job.job_name + "/rule-output"
! aws s3 ls {rule_output_path} --recursive
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Descargue los informes de entrenamiento y creación de perfiles de XGBoost del depurador en el 
espacio de trabajo actual:

! aws s3 cp {rule_output_path} ./ --recursive

Ejecute el siguiente script de iPython para obtener el enlace al archivo del informe de 
entrenamiento de XGBoost:

from IPython.display import FileLink, FileLinks
display("Click link below to view the XGBoost Training report", 
 FileLink("CreateXgboostReport/xgboost_report.html"))

El siguiente script de iPython devuelve el enlace al archivo del informe de creación de perfiles 
del depurador, que muestra resúmenes y detalles del uso de los recursos de la instancia EC2, 
los resultados de la detección de cuellos de botella en el sistema y los resultados de la creación 
de perfiles de operaciones de Python:

profiler_report_name = [rule["RuleConfigurationName"]  
                        for rule in 
 xgb_model.latest_training_job.rule_job_summary()  
                        if "Profiler" in rule["RuleConfigurationName"]][0]
profiler_report_name
display("Click link below to view the profiler report", 
 FileLink(profiler_report_name+"/profiler-output/profiler-report.html"))

Tip

Si los informes HTML no representan gráficos en la JupyterLab vista, debe elegir Confiar 
en HTML en la parte superior de los informes.
Para identificar los problemas de entrenamiento, como el sobreajuste, la desaparición 
de los gradientes y otros problemas que impiden la convergencia del modelo, utilice 
SageMaker Debugger y tome medidas automatizadas mientras crea prototipos y entrena 
sus modelos de aprendizaje automático. Para obtener más información, consulte Utilice 
el depurador de Amazon SageMaker para depurar y mejorar el desempeño del modelo. 
Para obtener un análisis completo de los parámetros del modelo, consulte el cuaderno 
de ejemplo Explicability with Amazon SageMaker Debugger.
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Ahora tiene un modelo XGBoost entrenado. SageMaker almacena el artefacto modelo en su depósito 
S3. Para encontrar la ubicación del artefacto modelo, ejecute el siguiente código para imprimir el 
atributo model_data del estimador xgb_model:

xgb_model.model_data

Tip

Para medir los sesgos que pueden producirse durante cada etapa del ciclo de vida del 
aprendizaje automático (recopilación de datos, entrenamiento y ajuste de los modelos y 
supervisión de los modelos de aprendizaje automático implementados para la predicción), 
utilice SageMaker Clarify. Para obtener más información, consulte Explicabilidad del modelo. 
Para ver un end-to-end ejemplo, consulte el cuaderno de ejemplo Equidad y explicabilidad 
con SageMaker Clarify.

Paso 5: Implementar el modelo en Amazon EC2

Para obtener predicciones, implemente su modelo en Amazon EC2 mediante Amazon. SageMaker

Temas

• Implemente el modelo en los servicios de SageMaker alojamiento

• (Opcional) Utilice SageMaker Predictor para reutilizar el punto final alojado

• (Opcional) Predicciones con la transformación por lotes

Implemente el modelo en los servicios de SageMaker alojamiento

Para alojar un modelo a través de Amazon EC2 mediante Amazon SageMaker, implemente el 
modelo en el que se ha entrenado Creación y ejecución de un trabajo de entrenamiento llamando al
deploy método del xgb_model estimador. Cuando llame al método deploy, debe especificar el 
número y el tipo de las instancias EC2 de machine learning que desee utilizar para alojar el punto de 
conexión.

import sagemaker
from sagemaker.serializers import CSVSerializer
xgb_predictor=xgb_model.deploy( 
    initial_instance_count=1, 
    instance_type='ml.t2.medium', 
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    serializer=CSVSerializer()
)

• initial_instance_count (int): el número de instancias en las que se va a implementar el 
modelo.

• instance_type (str): el tipo de instancias en las que quiera que funcione el modelo 
implementado.

• serializer(int): serialice los datos de entrada de varios formatos (una NumPy matriz, una lista, 
un archivo o un búfer) en una cadena con formato CSV. Usamos esto porque el algoritmo XGBoost 
acepta archivos de entrada en formato CSV.

El deploy método crea un modelo desplegable, configura el punto final de los servicios de 
SageMaker alojamiento y lanza el punto final para alojar el modelo. Para obtener más información, 
consulte el método de clase de despliegue SageMaker genérico del Estimator en el SDK de Amazon 
SageMaker Python. Para recuperar el nombre del punto de conexión generado por el método
deploy, ejecute el siguiente código:

xgb_predictor.endpoint_name

Esto debería devolver el nombre del punto de conexión del xgb_predictor. El formato del nombre 
del punto de conexión es "sagemaker-xgboost-YYYY-MM-DD-HH-MM-SS-SSS". Este punto 
de conexión permanece activo en la instancia de machine learning y puede realizar predicciones 
instantáneas en cualquier momento, a menos que lo cierre más adelante. Copie el nombre de este 
punto de conexión y guárdelo para reutilizarlo y realizar predicciones en tiempo real en cualquier otro 
lugar de las instancias de SageMaker Studio o SageMaker Notebook.

Tip

Para obtener más información sobre cómo compilar y optimizar su modelo para su 
implementación en instancias de Amazon EC2 o dispositivos perimetrales, consulte
Compilación e implementación de modelos con Neo.

(Opcional) Utilice SageMaker Predictor para reutilizar el punto final alojado

Tras implementar el modelo en un punto final, puede configurar un nuevo SageMaker predictor 
emparejando el punto final y realizando predicciones en tiempo real de forma continua en cualquier 
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otro bloc de notas. El siguiente código de ejemplo muestra cómo usar la clase SageMaker Predictor 
para configurar un nuevo objeto predictor utilizando el mismo punto final. Vuelva a utilizar el nombre 
del punto de conexión que utilizó para el xgb_predictor.

import sagemaker
xgb_predictor_reuse=sagemaker.predictor.Predictor( 
    endpoint_name="sagemaker-xgboost-YYYY-MM-DD-HH-MM-SS-SSS", 
    sagemaker_session=sagemaker.Session(), 
    serializer=sagemaker.serializers.CSVSerializer()
)

El predictor xgb_predictor_reuse se comporta exactamente igual que el xgb_predictor
original. Para obtener más información, consulte la clase SageMaker Predictor en el SDK de Amazon 
SageMaker Python.

(Opcional) Predicciones con la transformación por lotes

En lugar de alojar un punto final en producción, puede ejecutar un trabajo de inferencia por lotes 
único para realizar predicciones en un conjunto de datos de prueba mediante la transformación 
SageMaker por lotes. Una vez finalizado el entrenamiento con el modelo, puede extender el 
estimador a un transformer objeto, que se basa en la SageMaker clase Transformer. El 
transformador por lotes lee los datos de entrada de un bucket de S3 específico y hace predicciones.

Para ejecutar un trabajo de transformación por lotes

1. Ejecute el siguiente código para convertir las columnas de características del conjunto de datos 
de prueba en un archivo CSV y cargarlo en el bucket de S3:

X_test.to_csv('test.csv', index=False, header=False)

boto3.Session().resource('s3').Bucket(bucket).Object(
os.path.join(prefix, 'test/test.csv')).upload_file('test.csv')

2. Especifique los URI del bucket de S3 de entrada y salida para el trabajo de transformación por 
lotes, como se muestra a continuación:

# The location of the test dataset
batch_input = 's3://{}/{}/test'.format(bucket, prefix)

# The location to store the results of the batch transform job
batch_output = 's3://{}/{}/batch-prediction'.format(bucket, prefix)
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3. Cree un objeto transformador que especifique el número mínimo de parámetros: los parámetros
instance_count y instance_type para ejecutar el trabajo de transformación por lotes y el
output_path para guardar los datos de predicción, como se muestra a continuación:

transformer = xgb_model.transformer( 
    instance_count=1,  
    instance_type='ml.m4.xlarge',  
    output_path=batch_output
)

4. Inicie el trabajo de transformación por lotes ejecutando el método transform() del objeto
transformer como se muestra a continuación:

transformer.transform( 
    data=batch_input,  
    data_type='S3Prefix', 
    content_type='text/csv',  
    split_type='Line'
)
transformer.wait()

5. Cuando se completa el trabajo de transformación por lotes, SageMaker crea los datos de
test.csv.out predicción guardados en la batch_output ruta, que deben tener el siguiente 
formato:. s3://sagemaker-<region>-111122223333/demo-sagemaker-xgboost-
adult-income-prediction/batch-prediction Ejecute la siguiente AWS CLI para 
descargar los datos de salida del trabajo de transformación por lotes:

! aws s3 cp {batch_output} ./ --recursive

Esto debería crear el archivo test.csv.out en el directorio de trabajo actual. Podrá ver 
los valores flotantes que se predicen en función de la regresión logística del trabajo de 
entrenamiento de XGBoost.

Paso 6: Evaluar el modelo

Ahora que ha entrenado e implementado un modelo con Amazon SageMaker, evalúe el modelo 
para asegurarse de que genera predicciones precisas a partir de nuevos datos. Para ello, utilice 
el conjunto de datos de prueba que ha creado en Paso 4: Descargar, explorar y transformar un 
conjunto de datos.

Uso de instancias de cuadernos para crear modelos 640



Amazon SageMaker Guía para desarrolladores

Evalúe el modelo implementado en los servicios SageMaker de alojamiento

Para evaluar el modelo y usarlo en producción, invoque el punto de conexión con el conjunto de 
datos de prueba y compruebe si las inferencias obtenidas arrojan la precisión deseada.

Para evaluar el modelo

1. Configure la siguiente función para predecir cada línea del conjunto de prueba. En el siguiente 
código de ejemplo, el argumento rows sirve para especificar el número de líneas que se van 
a predecir a la vez. Puede cambiar su valor para realizar una inferencia por lotes que utilice al 
máximo los recursos de hardware de la instancia.

import numpy as np
def predict(data, rows=1000): 
    split_array = np.array_split(data, int(data.shape[0] / float(rows) + 1)) 
    predictions = '' 
    for array in split_array: 
        predictions = ','.join([predictions, 
 xgb_predictor.predict(array).decode('utf-8')]) 
    return np.fromstring(predictions[1:], sep=',')

2. Ejecute el siguiente código para hacer predicciones del conjunto de datos de prueba y trazar un 
histograma. Debe tomar solo las columnas de características del conjunto de datos de prueba, 
excluyendo la columna 0 para los valores reales.

import matplotlib.pyplot as plt

predictions=predict(test.to_numpy()[:,1:])
plt.hist(predictions)
plt.show()
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3. Los valores pronosticados son de tipo flotante. Para determinar True o False en función de en 
los valores flotantes, debe establecer un valor límite. Como se muestra en el siguiente código 
de ejemplo, use la biblioteca Scikit-learn para obtener el resultado del informe de clasificación y 
métricas de confusión con un límite de 0,5.

import sklearn

cutoff=0.5
print(sklearn.metrics.confusion_matrix(test.iloc[:, 0], np.where(predictions > 
 cutoff, 1, 0)))
print(sklearn.metrics.classification_report(test.iloc[:, 0], np.where(predictions > 
 cutoff, 1, 0)))

Esto debe devolver la siguiente matriz de confusión:
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4. Para determinar el mejor límite con el conjunto de pruebas dado, calcule la función de pérdida 
logística de la regresión logística. La función de pérdida logística se define como la probabilidad 
logística negativa de un modelo logístico que devuelve probabilidades de predicción para sus 
etiquetas de verdad básica. El siguiente código de ejemplo calcula numérica e iterativamente los 
valores de pérdida logística (-(y*log(p)+(1-y)log(1-p)), donde y es la etiqueta verdadera 
y p es una estimación de probabilidad de la muestra de prueba correspondiente. Devuelve una 
gráfica de pérdida logística con respecto al límite.

import matplotlib.pyplot as plt

cutoffs = np.arange(0.01, 1, 0.01)
log_loss = []
for c in cutoffs: 
    log_loss.append( 
        sklearn.metrics.log_loss(test.iloc[:, 0], np.where(predictions > c, 1, 0)) 
    )

plt.figure(figsize=(15,10))
plt.plot(cutoffs, log_loss)
plt.xlabel("Cutoff")
plt.ylabel("Log loss")
plt.show()

Esto debería devolver la siguiente curva de pérdida logística.

Uso de instancias de cuadernos para crear modelos 643



Amazon SageMaker Guía para desarrolladores

5. Encuentre los puntos mínimos de la curva de error mediante las min funciones NumPy argmin
y:

print( 
    'Log loss is minimized at a cutoff of ', cutoffs[np.argmin(log_loss)],  
    ', and the log loss value at the minimum is ', np.min(log_loss)
)

Esto debería devolver: Log loss is minimized at a cutoff of 0.53, and the log 
loss value at the minimum is 4.348539186773897.

En lugar de calcular y minimizar la función de pérdida logística, puede estimar una función de 
costo como alternativa. Por ejemplo, si desea entrenar un modelo para realizar una clasificación 
binaria de un problema empresarial, como un problema de predicción de la pérdida de clientes, 
puede establecer ponderaciones para los elementos de la matriz de confusión y calcular la 
función de costo en consecuencia.

Ya ha entrenado, implementado y evaluado su primer modelo en SageMaker.
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Tip

Para supervisar la calidad del modelo, la calidad de los datos y la desviación de sesgo, utilice 
Amazon SageMaker Model Monitor y SageMaker Clarify. Para obtener más información, 
consulte Amazon SageMaker Model Monitor, Monitor Data Quality, Monitor Model Quality,
Monitor Bias Drift y Monitor Feature Attribution Drift.

Tip

Para obtener una revisión humana de las predicciones de machine learning de baja 
confianza o una muestra aleatoria de las predicciones, utilice los flujos de trabajo de revisión 
humana aumentados con IA de Amazon. Para obtener más información, consulte Uso de 
Amazon Augmented AI para la revisión humana.

Paso 7: Eliminación

Para evitar incurrir en gastos innecesarios, utilice la AWS Management Console para eliminar los 
puntos de conexión y los recursos que creó mientras realizaba los ejercicios.

Note

Los trabajos y registros de entrenamiento no se pueden eliminar y se conservan 
indefinidamente.

Note

Si tiene previsto para explorar otros ejercicios de esta guía, es posible que desee mantener 
algunos de estos recursos, como, por ejemplo, su instancia de cuaderno, el bucket de S3 y el 
rol de IAM.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/ y elimina 
los siguientes recursos:
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• El punto de conexión. Al eliminar el punto de conexión, también se eliminan las instancias de 
computación de ML o instancias que lo admitan.

1. En Inferencia, elija Puntos de conexión.

2. Elija el punto de conexión que creó en el ejemplo y seleccione Acciones. A continuación, 
elija Eliminar.

• La configuración del punto de conexión.

1. En Inferencia, elija Configuraciones de punto de conexión.

2. Seleccione la configuración del punto de conexión que creó en el ejemplo y seleccione
Acciones. A continuación, elija Eliminar.

• El modelo.

1. En Inferencia, elija Modelos.

2. Elija el modelo que creó en el ejemplo y seleccione Acciones. A continuación, elija Eliminar.

• La instancia del cuaderno. Antes de eliminar la instancia del cuaderno, deténgala.

1. En Cuaderno, elija Instancias de bloc de notas.

2. Elija la instancia de cuaderno que creó en el ejemplo y, a continuación, elija Acciones y
Detener. La instancia de cuaderno tarda varios minutos en detenerse. Cuando el Estado
cambia a Detenido, proceda con el siguiente paso.

3. Elija Acciones y, a continuación, elija Eliminar.

2. Abra la consola de Amazon S3 en https://console.aws.amazon.com/s3/ y elimine el bucket que ha 
creado para almacenar los artefactos del modelo y el conjunto de datos de entrenamiento.

3. Abre la CloudWatch consola de Amazon en https://console.aws.amazon.com/cloudwatch/ y, 
a continuación, elimina todos los grupos de registros cuyos nombres comiencen por/aws/
sagemaker/.

Instancias de cuaderno de Amazon Linux 2

Actualmente, las instancias de Amazon SageMaker Notebook son compatibles con los sistemas 
operativos Amazon Linux 2 (AL2). Puede seleccionar el sistema operativo en el que se basa la 
instancia de cuaderno al crear la instancia de cuaderno.

SageMaker admite instancias de notebook basadas en los siguientes sistemas operativos Amazon 
Linux 2.
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• notebook-al2-v1: estas instancias de notebook son compatibles con la versión 1. JupyterLab Para 
obtener información sobre las versiones, consulte. JupyterLab JupyterLab control de versiones

• notebook-al2-v2: estas instancias de notebook son compatibles con la versión 3. JupyterLab Para 
obtener información sobre las versiones, consulte. JupyterLab JupyterLab control de versiones

Las instancias de cuaderno creadas antes del 18 de agosto de 2021 se ejecutan automáticamente 
en Amazon Linux (AL1). Las instancias de cuaderno basadas en AL1 entraron en una fase de 
mantenimiento el 1 de diciembre de 2022 y ya no están disponibles para la creación de nuevas 
instancias de cuaderno a partir del 1 de febrero de 2023. Para reemplazar AL1, ahora tienes 
la opción de crear instancias de Amazon SageMaker Notebook con AL2. Para obtener más 
información, consulte Plan de fase de mantenimiento de AL1.

Temas

• Tipos de instancias admitidas

• Kernels disponibles

• Plan de fase de mantenimiento de AL1

Tipos de instancias admitidas

Amazon Linux 2 admite los tipos de instancias que figuran en Notebook Instances en Amazon 
SageMaker Pricing, con la excepción de que Amazon Linux 2 no admite ml.p2 instancias.

Kernels disponibles

En la siguiente tabla, se proporciona información sobre los núcleos disponibles para las instancias 
de SageMaker notebook. Todas estas imágenes son compatibles con las instancias de cuaderno 
basadas tanto en los sistemas operativos notebook-al2-v1 como en los notebook-al2-v2.

SageMaker núcleos de instancias de cuadernos

Nombre del kernel Descripción

R Un kernel que se utiliza para realizar análisis 
y visualización de datos mediante código R 
desde un cuaderno de Jupyter.

Sparkmagic () PySpark Un kernel que se utiliza para hacer ciencia 
de datos con clústeres Spark remotos de 
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Nombre del kernel Descripción

cuadernos de Jupyter que utilizan el lenguaje 
de programación Python. Este kernel viene con 
Python 3.10.

Sparkmagic (Spark) Un kernel que se utiliza para hacer ciencia 
de datos con clústeres Spark remotos de 
cuadernos de Jupyter que utilizan el lenguaje 
de programación Scala. Este kernel viene con 
Python 3.10.

Sparkmagic (SparkR) Un kernel que se utiliza para hacer ciencia 
de datos con clústeres Spark remotos de 
cuadernos de Jupyter que utilizan el lenguaje 
de programación R. Este kernel viene con 
Python 3.10.

conda_python3 Un entorno conda que viene con paquetes 
populares para ciencia de datos y machine 
learning preinstalados. Este kernel viene con 
Python 3.10.

conda_pytorch_p310 Un entorno conda que viene preinstalado con 
la PyTorch versión 2.0.1, así como con los 
populares paquetes de ciencia de datos y 
aprendizaje automático. Este kernel viene con 
Python 3.10.

conda_tensorflow2_p310 Un entorno conda que viene preinstalado en la 
TensorFlow versión 2.13, así como paquetes 
populares de ciencia de datos y aprendizaje 
automático. Este kernel viene con Python 3.10.
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Plan de fase de mantenimiento de AL1

La siguiente tabla muestra los plazos en los que AL1 entró en su fase de mantenimiento extendida. 
La fase de mantenimiento de AL1 también coincide con la obsolescencia de Python 2 y Chainer. Los 
cuadernos basados en AL2 no tienen kernels gestionados de Python 2 y Chainer.

Date Descripción

18/08/2021 Se lanzan instancias de cuaderno basadas 
en AL2. Las instancias de cuaderno recién 
lanzadas siguen siendo de AL1 de forma 
predeterminada. AL1 es compatible con los 
parches y actualizaciones de seguridad, pero 
no con nuevas funciones. Puede elegir entre 
los dos sistemas operativos al lanzar una 
nueva instancia de cuaderno.

31/10/2022 El identificador de plataforma predeterminado 
para las instancias de SageMaker notebook 
cambia de Amazon Linux (al1-v1) a Amazon 
Linux 2 (al2-v2). Puede elegir entre los dos 
sistemas operativos al lanzar una nueva 
instancia de cuaderno.

1 de diciembre de 2022 AL1 ya no es compatible con los parches y 
actualizaciones de seguridad no críticos. AL1 
sigue recibiendo correcciones para problemas
críticos relacionados con la seguridad. Puede 
seguir lanzando instancias en AL1, pero debe 
asumir los riesgos asociados al uso de un 
sistema operativo no compatible.

01/02/2023 AL1 ya no es una opción disponible para la 
creación de nuevas instancias de cuaderno. 
Después de esta fecha, los clientes pueden 
crear instancias de cuaderno con los identific 
adores de la plataforma AL2. Las instancia 
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Date Descripción

s de cuaderno al1-v1 existentes no se ven 
afectadas.

Migración a Amazon Linux 2

Su instancia de cuaderno AL1 existente no se migra automáticamente a Amazon Linux 2. Para 
actualizar su instancia de cuaderno AL1 a Amazon Linux 2, debe crear una nueva instancia de 
cuaderno, replicar el código y el entorno y eliminar la instancia de cuaderno anterior. Para obtener 
más información, consulte el Blog de migración a Amazon Linux 2.

JupyterLab control de versiones

Se basa en la interfaz de instancias de Amazon SageMaker Notebook JupyterLab, que es un entorno 
de desarrollo interactivo basado en la web para blocs de notas, código y datos. Los cuadernos ahora 
admiten el uso de JupyterLab 1 o JupyterLab 3. Una sola instancia de notebook puede ejecutar una 
sola instancia de JupyterLab (como máximo). Puede tener varias instancias de bloc de notas con 
diferentes JupyterLab versiones.

Puede configurar su portátil para que ejecute la JupyterLab versión que prefiera seleccionando el 
identificador de plataforma adecuado. Utilice la consola AWS CLI o la SageMaker consola al crear 
la instancia de su notebook. Para obtener más información sobre los identificadores de plataforma, 
consulte Amazon Linux 2 frente a las instancias de cuaderno de Amazon Linux. Si no configuras un 
identificador de plataforma de forma explícita, la instancia de notebook ejecutará JupyterLab 1 de 
forma predeterminada.

Temas

• JupyterLab 3

• Crear un cuaderno con tu versión JupyterLab

• Vea la JupyterLab versión de un portátil desde la consola

JupyterLab 3

JupyterLab La compatibilidad con 3 solo está disponible en la plataforma del sistema operativo 
Amazon Linux 2. JupyterLab La versión 3 incluye las siguientes funciones que no están disponibles 
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en la versión JupyterLab 1. Para obtener más información sobre estas funciones, consulte ¡Se ha 
lanzado la JupyterLab versión 3.0! .

• Depurador visual cuando se utilizan los siguientes kernels :

• conda_pytorch_p38

• conda_tensorflow2_p38

• conda_amazonei_pytorch_latest_p37

• Filtro de explorador de archivos

• Índice

• Compatibilidad con varios idiomas

• Modo simple

• Modo de interfaz única

• Edición en vivo de archivos SVG con renderización actualizada

• Interfaz de usuario para etiquetas de celdas de cuadernos

Cambios importantes en JupyterLab 3

Para obtener información sobre los cambios importantes al usar JupyterLab 3, consulta los siguientes 
registros de JupyterLab cambios:

• v2.0.0

• v3.0.0

Cambios en la versión del paquete

JupyterLab La versión 3 presenta los siguientes cambios en la versión del paquete con respecto a la 
JupyterLab 1:

• JupyterLab se ha actualizado de la versión 1.x a la 3.x.

• El cuaderno de Jupyter se ha actualizado de la versión 5.x a la 6.x.

• jupyterlab-git se ha actualizado a la versión 0.37.1.

• nbserverproxy 0.x (0.3.2) se ha sustituido por 3.x (3.2.1). jupyter-server-proxy
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Crear un cuaderno con tu versión JupyterLab

Puedes seleccionar la JupyterLab versión al crear tu instancia de bloc de notas desde la consola 
siguiendo los pasos que se indicanCreación de una instancia del cuaderno.

También puede seleccionar la JupyterLab versión pasando el platform-identifier parámetro al 
crear la instancia de su bloc de notas de la AWS CLI siguiente manera:

create-notebook-instance --notebook-instance-name <NEW_NOTEBOOK_NAME> \
--instance-type <INSTANCE_TYPE> \
--role-arn <YOUR_ROLE_ARN> \
--platform-identifier <PLATFORM_TO_USE>

Vea la JupyterLab versión de un portátil desde la consola

Puede ver la JupyterLab versión de un bloc de notas mediante el siguiente procedimiento:

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación de la izquierda, seleccione Cuaderno.

3. En el menú desplegable, seleccione Instancias de bloc de notas para ir a la página de Instancias 
de bloc de notas.

4. En la lista de instancias de cuaderno, seleccione el nombre de su instancia de cuaderno.

5. En la página de configuración de la instancia de Notebook, consulta el identificador de 
plataforma para ver la JupyterLab versión del bloc de notas.

Creación de una instancia del cuaderno

Una instancia de Amazon SageMaker Notebook es una instancia de procesamiento de aprendizaje 
automático que ejecuta la aplicación Jupyter Notebook. SageMaker gestiona la creación de la 
instancia y los recursos relacionados. Utilice los cuadernos de Jupyter en su instancia de bloc de 
notas para preparar y procesar datos, escribir código para entrenar modelos, implementar modelos 
para el SageMaker alojamiento y probar o validar sus modelos.

Para crear una instancia de bloc de notas, utilice la consola o el SageMaker
CreateNotebookInstanceAPI.

El tipo de instancia de cuaderno que elija dependerá del modo en que vaya a utilizarla. Lo que 
quiere es asegurarse de que la instancia de cuaderno no esté vinculada por memoria, CPU o E/
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S. Si planea cargar un conjunto de datos en la memoria de la instancia de cuaderno para realizar 
tareas de exploración o preprocesamiento, le recomendamos que elija un tipo de instancia que tenga 
suficiente memoria RAM para el conjunto de datos. Esto requeriría una instancia con al menos 16 GB 
de memoria (.xlarge o superior). Si planea utilizar el cuaderno para tareas de preprocesamiento de 
computación intensivas, le recomendamos que elija una instancia optimizada para la computación, 
como c4 o c5.

Una buena práctica cuando se utiliza un SageMaker bloc de notas es utilizar la instancia del bloc 
de notas para organizar otros AWS servicios. Por ejemplo, puede utilizar la instancia con cuaderno 
para administrar el procesamiento de grandes conjuntos de datos mediante llamadas a AWS Glue 
en el caso de los servicios de ETL (extraer, transformar y cargar) o Amazon EMR para asignar o 
reducir los datos utilizando Hadoop. Puede utilizar los servicios de AWS como medios temporales de 
procesamiento o almacenamiento de los datos.

Puede almacenar y recuperar los datos de entrenamiento y pruebas utilizando un bucket de Amazon 
S3. A continuación, puede SageMaker utilizarla para entrenar y construir el modelo, de modo que 
el tipo de instancia del bloc de notas no influya en la velocidad del entrenamiento y las pruebas del 
modelo.

Tras recibir la solicitud, SageMaker hace lo siguiente:

• Crea una interfaz de red: si elige la configuración de VPC opcional SageMaker , crea la interfaz 
de red en la VPC. Utiliza el ID de subred que se proporciona en la solicitud para determinar en 
qué zona de disponibilidad se va a crear la subred. SageMaker asocia el grupo de seguridad que 
proporciona en la solicitud a la subred. Para obtener más información, consulte Conexión de una 
instancia de cuaderno en una VPC a recursos externos.

• Lanza una instancia de procesamiento de ML: SageMaker lanza una instancia de procesamiento 
de ML en una SageMaker VPC. SageMaker realiza las tareas de configuración que le permiten 
administrar su instancia de notebook y, si especificó su VPC, habilita el tráfico entre su VPC y la 
instancia de notebook.

• Instala los paquetes y bibliotecas de Anaconda para las plataformas de aprendizaje profundo más 
comunes: SageMaker instala todos los paquetes de Anaconda que se incluyen en el instalador. 
Para obtener más información, consulte la lista de paquetes de Anaconda. Además, SageMaker 
instala las bibliotecas de aprendizaje profundo MXNet TensorFlow y Apache.

• Adjunta un volumen de almacenamiento de ML: SageMaker adjunta un volumen de 
almacenamiento de ML a la instancia de procesamiento de ML. Puede utilizar el volumen 
como área de trabajo para limpiar el conjunto de datos de entrenamiento o para almacenar 
temporalmente datos de validación, prueba u otros. Elija cualquier tamaño entre 5 GB y 16384 GB, 
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en incrementos de 1 GB, para el volumen. El valor predeterminado es 5 GB. Los volúmenes de 
almacenamiento de ML están cifrados, por lo que no SageMaker se puede determinar la cantidad 
de espacio libre disponible en el volumen. Por este motivo, puede aumentar el tamaño del volumen 
al actualizar una instancia de cuaderno, pero no puede reducir el tamaño del volumen. Si desea 
reducir el tamaño del volumen de almacenamiento de machine learning en uso, cree otra instancia 
de cuaderno con el tamaño deseado.

Solo los archivos y los datos guardados dentro de la carpeta /home/ec2-user/SageMaker se 
conservan entre las sesiones de instancia de cuaderno. Los archivos y los datos que se guarden 
fuera de este directorio se sobrescribirán cuando la instancia de cuaderno se detenga y se reinicie. 
Cada directorio /tmp de instancia de cuaderno proporciona al menos 10 GB de almacenamiento 
en un almacén de instancias. Un almacén de instancias es un almacén temporal, de nivel de 
bloques, que no es persistente. Cuando la instancia se detiene o se reinicia, SageMaker elimina 
el contenido del directorio. Este almacenamiento temporal forma parte del volumen raíz de la 
instancia de cuaderno.

• Copia los cuadernos de Jupyter de ejemplo: estos ejemplos de código de Python ilustran los 
ejercicios de alojamiento y entrenamiento de modelos que utilizan varios conjuntos de datos de 
entrenamiento y algoritmos.

Para crear una instancia de bloc de notas SageMaker :

1. Abre la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. Elija Instancias de bloc de notas y, a continuación, Crear instancia de bloc de notas.

3. En la página Crear instancia de bloc de notas, proporcione la siguiente información:

a. Para Nombre de instancia del bloc de notas, escriba un nombre para su instancia de 
cuaderno.

b. Para el Tipo de instancia de bloc de notas, elija un tamaño de instancia adecuado para su 
caso de uso. Para ver una lista de los tipos de instancias y las cuotas compatibles, consulta
Amazon SageMaker Service Quotas.

c. En Inferencia elástica, elija un tipo de acelerador de inferencia para asociarlo a la instancia 
del cuaderno si planea realizar inferencias desde la instancia del cuaderno, o elija ninguna. 
Para obtener más información acerca de las inferencias elásticas, consulte Utilice Amazon 
SageMaker Elastic Inference (EI) .

d. En Identificador de plataforma, elija un tipo de plataforma en el que crear la instancia del 
cuaderno. Este tipo de plataforma determina el sistema operativo y la JupyterLab versión 
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con la que se crea la instancia de tu notebook. Para obtener más información acerca del 
tipo de identificador de plataforma, consulte Instancias de cuaderno de Amazon Linux 2. 
Para obtener información acerca de las versiones de JupyterLab, consulte JupyterLab 
control de versiones.

e. (Opcional) La configuración adicional permite a los usuarios avanzados crear un script de 
intérprete de comandos que se puede ejecutar al crear o iniciar la instancia. Este script, 
denominado script de configuración del ciclo de vida, se puede utilizar para establecer 
el entorno del cuaderno o para realizar otras funciones. Para obtener más información, 
consulte Personalización de una instancia de cuaderno con un script de configuración del 
ciclo de vida.

f. (Opcional) La configuración adicional también le permite especificar el tamaño, en GB, 
del volumen de almacenamiento de machine learning que está conectado a la instancia 
de cuaderno. Puede elegir un tamaño entre 5 GB y 16 384 GB, en incrementos de 1 GB. 
Puede utilizar el volumen para limpiar los conjuntos de datos de entrenamiento o para 
almacenar temporalmente datos de validación de la tienda u otros datos con los que 
trabajar.

g. (Opcional) Para obtener una versión mínima de IMDS, seleccione una versión de la lista 
desplegable. Si este valor se establece en v1, ambas versiones se pueden usar con la 
instancia de cuaderno. Si se selecciona la versión 2, solo se puede usar IMDSv2 con la 
instancia de cuaderno. Para obtener información acerca de IMDSv2, consulte Uso de 
IMDSv2.

Note

A partir del 31 de octubre de 2022, la versión IMDS mínima predeterminada para las 
instancias de SageMaker notebook cambiará de IMDSv1 a IMDSv2.
A partir del 1 de febrero de 2023, IMDSv1 ya no estará disponible para la creación 
de nuevas instancias de cuaderno. Después de esta fecha, puede crear instancias 
de cuaderno con una versión de IMDS mínima de 2.

h. Para el rol de IAM, elija un rol de IAM existente en su cuenta que tenga los permisos 
necesarios para acceder a los SageMaker recursos o elija Crear un nuevo rol.
Si selecciona Crear un nuevo rol, SageMaker crea un rol de IAM denominado.
AmazonSageMaker-ExecutionRole-YYYYMMDDTHHmmSS La política administrada de 
AWS AmazonSageMakerFullAccess se asigna al rol. El rol proporciona permisos que 
permiten a la instancia de notebook llamar SageMaker a Amazon S3.
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i. En Acceso raíz, para habilitar el acceso raíz para todos los usuarios de instancia con 
cuaderno, elija Habilitado. Para deshabilitar el acceso raíz para los usuarios, elija
Deshabilitado. Si habilita el acceso raíz, todos los usuarios de instancias de cuaderno 
tendrán privilegios de administrador y podrán obtener acceso a todos los archivos que 
contiene y editarlos.

j. (Opcional) La clave de cifrado permite cifrar los datos del volumen de almacenamiento 
de machine learning conectado a la instancia de cuaderno mediante una clave AWS Key 
Management Service (AWS KMS). Si planea almacenar información confidencial en el 
volumen de almacenamiento de machine learning, considere cifrar la información.

k. (Opcional) Red le permite colocar su instancia de cuaderno dentro de una nube privada 
virtual (VPC). Una VPC proporciona seguridad adicional y restringe el acceso a los recursos 
de la VPC desde fuentes ajenas a la VPC. Para obtener más información sobre VPC, 
consulte la Guía del usuario de Amazon VPC.

Para agregar la instancia de cuaderno a una VPC:

i. Elija la VPC y un. SubnetId

ii. En Grupo de seguridad, seleccione el grupo de seguridad predeterminado de la VPC.

iii. Si necesita que su instancia de cuaderno tenga acceso a internet, habilite el acceso 
directo a internet. En Acceso directo a Internet, elija Habilitar. El acceso a internet 
puede hacer que su instancia de cuaderno sea menos segura. Para obtener más 
información, consulte Conexión de una instancia de cuaderno en una VPC a recursos 
externos.

l. (Opcional) Para asociar repositorios Git con la instancia con cuaderno, elija un repositorio 
predeterminado y hasta tres repositorios adicionales. Para obtener más información, 
consulte Asocia repositorios de Git con instancias de SageMaker Notebook.

m. Elija Crear instancia de bloc de notas.

En unos minutos, Amazon SageMaker lanza una instancia de cómputo de aprendizaje 
automático (en este caso, una instancia de notebook) y le adjunta un volumen de 
almacenamiento de aprendizaje automático. La instancia de cuaderno cuenta con un 
servidor de cuaderno de Jupyter configurado previamente y un conjunto de bibliotecas de 
Anaconda. Para obtener más información, consulte la API CreateNotebookInstance.

4. Cuando el estado de la instancia de cuaderno es InService, en la consola, la instancia de 
cuaderno está lista para su uso. Elija Abrir Jupyter junto al nombre del cuaderno para abrir el 
panel clásico de Jupyter.
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Note

Para aumentar la seguridad de tu instancia de Amazon SageMaker Notebook, todos 
los notebook.region.sagemaker.aws dominios regionales se registran en la lista 
de sufijos públicos (PSL) de Internet. Para mayor seguridad, te recomendamos que 
utilices cookies con un __Host- prefijo si alguna vez necesitas configurar cookies 
confidenciales para los dominios de las instancias de tu notebook. SageMaker Esta 
práctica lo ayuda a proteger su dominio de los intentos de falsificación de solicitudes 
entre sitios (CSRF). Para obtener más información, consulta la página sobre cómo
configurar cookies en el sitio web de documentación para desarrolladores de mozilla.org.

Puedes elegir Abrir para abrir JupyterLab el panel de control. JupyterLab El panel proporciona 
acceso a su instancia con bloc de notas y a los blocs de notas de muestra de SageMaker 
que contienen tutoriales de código completos. Estos tutoriales muestran cómo utilizarlos para 
SageMaker realizar tareas comunes de aprendizaje automático. Para obtener más información, 
consulte Ejemplo de cuadernos. Para obtener más información, consulte Controle el acceso raíz 
a una instancia de notebook SageMaker .

Para obtener más información sobre los cuadernos de Jupyter, consulte la sección sobre el 
cuaderno de Jupyter.

Acceso a instancias de cuaderno

Para acceder a tus instancias de Amazon SageMaker Notebook, elige una de las siguientes 
opciones:

• Usar la consola.

Seleccione Instancias de bloc de notas. La consola muestra una lista de instancias de cuaderno 
en su cuenta. Para abrir una instancia de cuaderno con una interfaz Jupyter estándar, elija Abrir 
Jupyter para dicha instancia. Para abrir una instancia de bloc de notas con una JupyterLab 
interfaz, selecciona Abrir JupyterLab para esa instancia.
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La consola usa tus credenciales de inicio de sesión para enviar un
CreatePresignedNotebookInstanceUrlSolicitud de API a. SageMaker SageMaker devuelve 
la URL de tu instancia de notebook y la consola abre la URL en otra pestaña del navegador y 
muestra el panel de Jupyter Notebook.

Note

La dirección URL que se obtiene de una llamada a
CreatePresignedNotebookInstanceUrl solo es válida durante 5 minutos. Si intenta 
utilizar la URL transcurridos esos 5 minutos, se le dirigirá a la página de inicio de sesión de 
la AWS Management Console.

• Usar la API.

Para obtener la dirección URL de la instancia con cuaderno, llame a la API
CreatePresignedNotebookInstanceUrl y utilice la dirección URL que la API devuelve para 
abrir la instancia con cuaderno.

Utilice el panel de cuaderno de Jupyter para crear y administrar cuadernos y para escribir 
código. Para obtener más información sobre cuadernos de Jupyter, consulte http://jupyter.org/ 
documentation.html.

Actualización de una instancia de cuaderno.

Tras crear una instancia de bloc de notas, puede actualizarla mediante la SageMaker consola y la
UpdateNotebookInstanceAPI.

Puede actualizar las etiquetas de una instancia de cuaderno que esté InService. Para actualizar 
cualquier otro atributo de una instancia de cuaderno, su estado debe ser Stopped.
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Para actualizar una instancia de notebook en la SageMaker consola, sigue estos pasos:

1. Abre la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. Seleccione Instancias de bloc de notas.

3. Elija la instancia de cuaderno que desee actualizar seleccionando el nombre de la instancia de 
cuaderno en la lista.

4. Si el estado de su cuaderno no es Stopped, seleccione el botón Detener para detener la 
instancia de cuaderno.

Al hacerlo, el estado de la instancia de cuaderno cambia a Stopping. Espere a que el estado 
cambie a Stopped para completar los siguientes pasos.

5. Seleccione el botón Editar para abrir la página Editar instancia del bloc de notas. Para obtener 
información acerca de las propiedades del cuaderno que pueda actualizar, consulte Creación de 
una instancia del cuaderno.

6. Actualice la instancia de su cuaderno y, cuando haya terminado, seleccione el botón Actualizar 
instancia de bloc de notas situado en la parte inferior de la página para volver a la página de 
instancias de cuaderno. El estado de su instancia de cuaderno cambia a Actualizando.

Cuando se completa la actualización de la instancia de cuaderno, el estado cambia a Stopped.

Personalización de una instancia de cuaderno con un script de 
configuración del ciclo de vida

Para instalar paquetes o cuadernos de muestra en su instancia de cuaderno, configure las redes y la 
seguridad de ellas. De lo contrario, utilice un script de intérprete de comandos para personalizarlas o 
use una configuración del ciclo de vida. Una configuración del ciclo de vida proporciona los scripts de 
intérprete de comandos que se ejecutan solo cuando crea una instancia de cuaderno o cuando inicia 
una. Al crear una instancia de cuaderno, puede crear una nueva configuración del ciclo de vida y los 
scripts que utiliza o aplicar una de la que ya disponga.

También puede utilizar un script de configuración del ciclo de vida para acceder a los servicios de 
AWS desde su cuaderno. Por ejemplo, puede crear un script que le permite utilizar su cuaderno para 
controlar otros recursos de AWS, como por ejemplo una instancia de Amazon EMR.

Mantenemos un repositorio público de scripts de configuración del ciclo de vida de los portátiles que 
abordan los casos de uso más comunes para personalizar las instancias de los portátiles en https://
github.com/aws-samples/ amazon-sagemaker-notebook-instance - lifecycle-configuration-samples.
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Note

Cada script tiene un límite de 16 384 caracteres.
El valor de la variable de entorno $PATH que está disponible para ambos scripts es /usr/
local/sbin:/usr/local/bin:/usr/bin:/usr/sbin:/sbin:/bin. El directorio de 
trabajo, que es el valor de la variable de entorno $PWD, es /.
Consulte CloudWatch los registros de las configuraciones del ciclo de vida de las instancias 
de portátiles en el grupo de registros del /aws/sagemaker/NotebookInstances flujo
[notebook-instance-name]/[LifecycleConfigHook] de registros.
Los scripts no se pueden ejecutar durante más de 5 minutos. Si un script se ejecuta durante 
más de 5 minutos, se produce un error y no se crea o inicia la instancia de cuaderno. Para 
ayudar a reducir el tiempo de ejecución de los scripts, pruebe lo siguiente:

• Reduzca el número de pasos necesarios. Por ejemplo, limitar los entornos de Conda 
donde se instalarán paquetes de gran tamaño.

• Ejecute tareas en procesos paralelos.

• Utilice el comando nohup en su script.

Para ver una lista de las configuraciones del ciclo de vida de las instancias de notebook que creó 
anteriormente, seleccione la configuración del ciclo de vida en la SageMaker consola. Puede asociar 
una configuración de ciclo de vida de una instancia de cuaderno al crear una nueva instancia de 
cuaderno. Para obtener más información acerca de la creación de una instancia de cuaderno, 
consulte Creación de una instancia del cuaderno.

Para crear una configuración del ciclo de vida, realice el siguiente procedimiento:

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, seleccione Configuraciones de ciclo de vida.

4. En la página Configuraciones del ciclo de vida, seleccione la pestaña Instancia de bloc de notas.

5. Seleccione Crear configuración.

6. En Nombre, escriba un nombre con caracteres alfanuméricos y guiones, pero sin espacios. El 
nombre puede tener un máximo de 63 caracteres.

7. (Opcional) Para crear un script que se ejecute al crear el cuaderno y cada vez que lo inicie, elija
Iniciar bloc de notas.
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8. En el editor Iniciar bloc de notas, escriba el script.

9. (Opcional) Para crear un script que se ejecute solo una vez, al crear el cuaderno, elija Crear bloc 
de notas.

10. En el editor Crear bloc de notas, escriba la red de configuración del script.

11. Seleccione Crear configuración.

Prácticas recomendadas de configuración del ciclo de vida

A continuación se indican las prácticas recomendadas para utilizar configuraciones del ciclo de vida:

Important

No recomendamos almacenar información confidencial en el script de configuración del ciclo 
de vida.

• Las configuraciones del ciclo de vida se ejecutan como usuario root. Si su script realiza cualquier 
cambio en el directorio /home/ec2-user/SageMaker (por ejemplo, instalar un paquete con
pip), use el comando sudo -u ec2-user que se va a ejecutar como usuario ec2-user. Es el 
mismo usuario con el que SageMaker se ejecuta Amazon.

• SageMaker las instancias de notebook utilizan conda entornos para implementar diferentes 
kernels para las libretas Jupyter. Si desea instalar paquetes que están disponibles para uno o 
varios kernels de cuaderno, incluya los comandos para instalar los paquetes con comandos de 
entorno conda que activen el entorno conda que contenga el kernel donde desee instalar los 
paquetes.

Por ejemplo, si desea instalar un paquete solo para el entorno python3, use el siguiente código:

#!/bin/bash
sudo -u ec2-user -i <<EOF

# This will affect only the Jupyter kernel called "conda_python3".
source activate python3

# Replace myPackage with the name of the package you want to install.
pip install myPackage
# You can also perform "conda install" here as well.
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source deactivate

EOF

Si desea instalar un paquete en todos los entornos conda de la instancia con cuaderno, use el 
siguiente código:

#!/bin/bash
sudo -u ec2-user -i <<EOF

# Note that "base" is special environment name, include it there as well.
for env in base /home/ec2-user/anaconda3/envs/*; do 
    source /home/ec2-user/anaconda3/bin/activate $(basename "$env") 

    # Installing packages in the Jupyter system environment can affect stability of 
 your SageMaker 
    # Notebook Instance.  You can remove this check if you'd like to install Jupyter 
 extensions, etc. 
    if [ $env = 'JupyterSystemEnv' ]; then 
      continue 
    fi 

    # Replace myPackage with the name of the package you want to install. 
    pip install --upgrade --quiet myPackage
    # You can also perform "conda install" here as well. 

    source /home/ec2-user/anaconda3/bin/deactivate
done

EOF

• Debe almacenar todos los entornos conda en la carpeta de entornos predeterminados (/home/
user/anaconda3/envs).

Important

Al crear o cambiar un script, recomendamos que utilice un editor de texto que proporcione 
saltos de línea de tipo Unix, como el editor de texto disponible en la consola al crear un 
cuaderno. Si copia texto desde un sistema operativo distinto de Linux, podría introducir saltos 
de línea incompatibles y dar lugar a un error inesperado.
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Instalación de bibliotecas externas y kernels en instancias de cuaderno

Las instancias de Amazon SageMaker Notebook vienen con varios entornos ya instalados. Estos 
entornos contienen núcleos de Jupyter y paquetes de Python, que incluyen: scikit, Pandas y MXNet. 
NumPy TensorFlow Estos entornos, junto con todos los archivos de la carpeta sample-notebooks, 
se actualizan cuando detiene e inicia una instancia de cuaderno. También puede instalar sus propios 
entornos que contienen la opción de los paquetes y kernels.

Los diferentes núcleos de Jupyter en las instancias de Amazon SageMaker Notebook son entornos 
conda independientes. Para obtener información sobre los entornos conda, consulte la sección de
administración de entornos en la documentación de Conda.

Instale entornos y kernels personalizados en el volumen de Amazon EBS de la instancia de 
cuaderno. Esto garantiza que persistan cuando se detiene y se reinicia la instancia de notebook, y 
que las bibliotecas externas que se instalen no se actualicen mediante ellas. SageMaker Para ello, 
utilice una configuración del ciclo de vida que incluya un script que se ejecute al crear la instancia de 
cuaderno (on-create) y un script que se ejecute cada vez que se reinicie la instancia de cuaderno 
(on-start). Para obtener más información acerca de las configuraciones de ciclo de vida utilizando 
instancias de cuaderno, consulte Personalización de una instancia de cuaderno con un script de 
configuración del ciclo de vida. Hay un GitHub repositorio que contiene ejemplos de scripts de 
configuración del ciclo de vida en SageMakerNotebook Instance Lifecycle Config Samples.

Los ejemplos de https://github.com/aws-samples/ amazon-sagemaker-notebook-instance - lifecycle-
config-samples /blob/master/scripts/ persistent-conda-ebs /on-create.sh y https://github.com/aws-
samples/ amazon-sagemaker-notebook-instance - lifecycle-config-samples /blob/master/scripts/ 
persistent-conda-ebs /on-start.sh muestran las mejores prácticas para instalar entornos y núcleos 
en una instancia de notebook. El script on-create instala la biblioteca ipykernel para crear 
entornos personalizados como kernels de Jupyter y, a continuación, utiliza pip install y conda 
install para instalar las bibliotecas. Puede adaptar el script para crear entornos personalizados e 
instalar las bibliotecas que desee. SageMaker no actualiza estas bibliotecas al detener y reiniciar la 
instancia del bloc de notas, por lo que puede asegurarse de que su entorno personalizado tiene las 
versiones específicas de las bibliotecas que desee. El script on-start instala todos los entornos 
personalizados que cree como kernels de Jupyter para que aparezcan en la lista desplegable del 
menú Nuevo de Jupyter.

Herramientas de instalación de paquetes

SageMaker los portátiles admiten las siguientes herramientas de instalación de paquetes:
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• instalación conda

• instalación pip

Puede instalar paquetes mediante los siguientes métodos:

• Scripts de configuración del ciclo de vida.

Para ver ejemplos de scripts, consulte Ejemplos de SageMaker Notebook Instance Lifecycle 
Config. Para obtener más información sobre la configuración del ciclo de vida, consulte
Personalización de una instancia de bloc de notas con un script de configuración del ciclo de vida.

• Cuadernos: se admiten los siguientes comandos.

• %conda install

• %pip install

• El terminal de Jupyter: puede instalar paquetes directamente con pip y conda.

Desde un cuaderno se puede usar la sintaxis de comandos del sistema (las líneas que 
comienzan por !) para instalar paquetes, por ejemplo, !pip install y !conda install. Más 
recientemente, se han agregado nuevos comandos a IPython: %pip y %conda. Estos comandos 
son los recomendados para instalar los paquetes desde un cuaderno, ya que tienen en cuenta 
correctamente el entorno activo o el intérprete que se está utilizando. Para obtener más información, 
consulte Añadir las funciones mágicas %pip y %conda.

Conda

Conda es un sistema de administración de paquetes y un sistema de administración de entornos 
de código abierto, que puede instalar paquetes y sus dependencias. SageMaker admite el uso de 
Conda con cualquiera de los dos canales principales, el canal predeterminado y el canal conda-
forge. Para obtener más información, consulte Conda channels. El canal conda-forge es un canal 
comunitario en el que los colaboradores pueden subir paquetes.

Note

Debido a la forma en que Conda resuelve el gráfico de dependencias, la instalación de 
paquetes desde conda-forge puede llevar mucho más tiempo (en el peor de los casos, más 
de 10 minutos).
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La AMI de aprendizaje profundo viene con muchos entornos de Conda y muchos paquetes 
preinstalados. Debido a la cantidad de paquetes preinstalados, es difícil encontrar un conjunto de 
paquetes que garanticen su compatibilidad. Es posible que aparezca una advertencia que diga: “The 
environment is inconsistent, please check the package plan carefully”. A pesar de esta advertencia, 
se SageMaker asegura de que todos los entornos SageMaker proporcionados sean correctos. 
SageMaker no puede garantizar que los paquetes instalados por el usuario funcionen correctamente.

Note

Los usuarios de SageMaker Amazon EMR AWS Deep Learning AMI y Amazon EMR 
pueden acceder al repositorio comercial de Anaconda sin necesidad de obtener una licencia 
comercial hasta el 1 de febrero de 2024 si utilizan Anaconda en esos servicios. Para 
cualquier uso fuera de estos tres servicios, los clientes son responsables de determinar sus 
propios requisitos de licencia de Anaconda.

Conda tiene dos métodos para activar los entornos: conda activate/deactivate y source activate/
deactivate. Para obtener más información, consulte Should I use 'conda activate' or 'source activate' 
in Linux.

SageMaker admite el traslado de los entornos de Conda al volumen de Amazon EBS, que persiste 
cuando se detiene la instancia. Los entornos no persisten cuando se instalan en el volumen raíz, lo 
que es el comportamiento predeterminado. Para ver un ejemplo de script de ciclo de vida, consulte.
persistent-conda-ebs

Operaciones conda compatibles (consulte la nota al final de este tema)

• instalación conda de un paquete en un solo entorno

• instalación conda de un paquete en todos los entornos

• instalación conda de un paquete R en el entorno R

• Instalación de un paquete desde el repositorio principal de conda

• Instalación de un paquete desde conda-forge

• Cambio de la ubicación de instalación de Conda para usar EBS

• Compatible con conda activate y source activate
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Pip

Pip es la herramienta de facto para instalar y administrar paquetes de Python. De forma 
predeterminada, Pip busca paquetes en el Índice de paquetes de Python (PyPI). A diferencia de 
Conda, pip no cuenta con un entorno integrado y no es tan exhaustivo como Conda en relación 
con los paquetes con dependencias entre bibliotecas nativas y del sistema. Pip se puede usar para 
instalar paquetes en entornos Conda.

Puede usar repositorios de paquetes alternativos con pip en lugar de PyPI. Para ver un ejemplo de 
script de ciclo de vida, consulta on-start.sh.

Operaciones pip compatibles (consulte la nota al final de este tema)

• Uso de pip para instalar un paquete sin un entorno conda activo (instalación de paquetes en todo 
el sistema)

• Uso de pip para instalar un paquete en un entorno conda

• Uso de pip para instalar un paquete en todos los entornos conda

• Cambio de la ubicación de instalación de pip para usar EBS

• Uso de un repositorio alternativo para instalar paquetes con pip

No se admite

SageMaker tiene como objetivo admitir tantas operaciones de instalación de paquetes como 
sea posible. Sin embargo, si los paquetes los instaló SageMaker o DLAMI y utiliza las siguientes 
operaciones en estos paquetes, es posible que la instancia de su notebook sea inestable:

• Desinstalación

• Degradación

• Mejora

No ofrecemos soporte para la instalación de paquetes a través de yum install ni para la instalación de 
paquetes R desde CRAN.

Debido a posibles problemas con las condiciones o configuraciones de la red, o con la disponibilidad 
de Conda PyPi, no podemos garantizar que los paquetes se instalen en un período de tiempo fijo o 
determinista.
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Note

No podemos garantizar que la instalación de un paquete se realice correctamente. Si 
se intenta instalar un paquete en un entorno con dependencias incompatibles, se puede 
producir un error. En tal caso, debe ponerse en contacto con el responsable de la biblioteca 
para ver si es posible actualizar las dependencias del paquete. Como alternativa, puede 
intentar modificar el entorno de tal manera que permita la instalación. Sin embargo, es 
probable que esta modificación implique eliminar o actualizar los paquetes existentes, lo que 
significa que ya no podemos garantizar la estabilidad de este entorno.

Actualizaciones de software de instancias de cuaderno

Amazon prueba y publica SageMaker periódicamente el software que está instalado en las instancias 
de ordenadores portátiles. Esto incluye:

• Actualizaciones del kernel

• Parches de seguridad

• Actualizaciones del SDK de AWS

• Actualizaciones del SDK de Amazon SageMaker Python

• Actualizaciones de software de código abierto

Para asegurarse de que dispone de las actualizaciones de software más recientes, detenga y reinicie 
la instancia de su notebook, ya sea en la SageMaker consola o llamando StopNotebookInstance.

También puede actualizar manualmente el software instalado en la instancia de cuaderno mientras 
se está ejecutando utilizando comandos de actualización en un terminal o en un cuaderno.

Note

La actualización de kernels y algunos paquetes puede depender de si el acceso raíz está 
habilitado para la instancia de cuaderno. Para obtener más información, consulte Controle el 
acceso raíz a una instancia de notebook SageMaker .

Puede consultar el Personal Health Dashboard o el boletín de seguridad en Boletines de seguridad
para obtener actualizaciones.
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Controlar una instancia Spark de Amazon EMR a través de un cuaderno

Puede utilizar una instancia de cuaderno creada con un script de configuración del ciclo de vida 
personalizado para acceder a los servicios de AWS desde su cuaderno. Por ejemplo, puede crear 
un script que le permite utilizar su cuaderno con Sparkmagic para controlar otros recursos de AWS, 
como por ejemplo una instancia de Amazon EMR. A continuación, puede utilizar la instancia de 
Amazon EMR para procesar los datos en lugar de ejecutar el análisis de datos en el cuaderno. Esto 
le permite crear una instancia de cuaderno más pequeña, ya que no la usará para procesar datos. 
Esto resulta útil cuando tiene conjuntos de datos grandes que precisan una instancia de cuaderno 
grande para procesar los datos.

El proceso requiere tres procedimientos con la SageMaker consola de Amazon:

• Creación de la instancia Spark de Amazon EMR

• Creación del cuaderno de Jupyter

• Comprobación de la conexión del cuaderno a Amazon EMR

Para crear una instancia Spark de Amazon EMR que se pueda controlar desde un cuaderno 
mediante Sparkmagic

1. Abra la consola de Amazon EMR enhttps://console.aws.amazon.com/elasticmapreduce/.

2. En el panel de navegación, elija Create cluster (Crear clúster).

3. En la página Create Cluster - Quick Options (Crear clúster: opciones rápidas), en Software 
configuration (Configuración de software), seleccione Spark: Spark 2.4.4 on Hadoop 2.8.5 YARN 
with Ganglia 3.7.2 and Zeppelin 0.8.2 (Spark: Spark 2.4.4 en Hadoop 2.8.5 YARN con Ganglia 
3.7.2 y Zeppelin 0.8.2).

4. Establezca parámetros adicionales en la página y, a continuación, elija Create cluster (Crear 
clúster).

5. En la página Cluster (Clúster), elija el nombre del clúster que haya creado. Tenga en cuenta el
Master Public DNS (DNS público maestro), el EMR master's security group (Grupo de seguridad 
del elemento maestro de EMR) y el nombre de la VPC y el ID de la subred donde se creó el 
clúster de EMR. Utilizará estos valores cuando cree un cuaderno.

Para crear un cuaderno que utilice Sparkmagic para controlar una instancia Spark de Amazon EMR

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

Personalización de una instancia con cuaderno 668

https://console.aws.amazon.com/elasticmapreduce/
https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guía para desarrolladores

2. En el panel de navegación, en Instancias de bloc de notas, elija Crear bloc de notas.

3. Introduzca el nombre de la instancia de cuaderno y seleccione el tipo de instancia.

4. Elija Configuración adicional y, a continuación, en Configuración de ciclo de vida, elija Crear una 
nueva configuración del ciclo de vida.

5. Añada el siguiente código al script de configuración del ciclo de vida:

# OVERVIEW
# This script connects an Amazon EMR cluster to an Amazon SageMaker notebook 
 instance that uses Sparkmagic.
#
# Note that this script will fail if the Amazon EMR cluster's master node IP 
 address is not reachable.
#   1. Ensure that the EMR master node IP is resolvable from the notebook instance.
#      One way to accomplish this is to have the notebook instance and the Amazon 
 EMR cluster in the same subnet.
#   2. Ensure the EMR master node security group provides inbound access from the 
 notebook instance security group.
#       Type        - Protocol - Port - Source
#       Custom TCP  - TCP      - 8998 - $NOTEBOOK_SECURITY_GROUP
#   3. Ensure the notebook instance has internet connectivity to fetch the 
 SparkMagic example config.
#
# https://aws.amazon.com/blogs/machine-learning/build-amazon-sagemaker-notebooks-
backed-by-spark-in-amazon-emr/

# PARAMETERS
EMR_MASTER_IP=your.emr.master.ip

cd /home/ec2-user/.sparkmagic

echo "Fetching Sparkmagic example config from GitHub..."
wget https://raw.githubusercontent.com/jupyter-incubator/sparkmagic/master/
sparkmagic/example_config.json

echo "Replacing EMR master node IP in Sparkmagic config..."
sed -i -- "s/localhost/$EMR_MASTER_IP/g" example_config.json
mv example_config.json config.json

echo "Sending a sample request to Livy.."
curl "$EMR_MASTER_IP:8998/sessions" 
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6. En la sección PARAMETERS del script, sustituya your.emr.master.ip por el nombre DNS 
público maestro de la instancia de Amazon EMR.

7. Seleccione Crear configuración.

8. En la página Crear bloc de notas, seleccione Red: opcional.

9. Seleccione la VPC y la subred donde está ubicada la instancia de Amazon EMR.

10. Seleccione el grupo de seguridad utilizado por el nodo maestro de Amazon EMR.

11. Elija Crear instancia de bloc de notas.

Mientras se crea la instancia de cuaderno, el estado es Pendiente. Una vez creada la instancia y 
ejecutado correctamente el script de configuración del ciclo de vida, el estado es InService.

Note

Si la instancia de bloc de notas no se puede conectar a la instancia de Amazon EMR, no 
SageMaker podrá crear la instancia de bloc de notas. La conexión puede fallar si la instancia 
de Amazon EMR y el cuaderno no están en la misma VPC y subred, si el cuaderno no utiliza 
el grupo de seguridad maestro de Amazon EMR o si el nombre DNS público maestro del 
script no es correcto.

Para probar la conexión entre la instancia de Amazon EMR y el cuaderno

1. Cuando el estado de la libreta sea InService, selecciona Abrir Jupyter para abrir la libreta.

2. Selecciona Nuevo y, a continuación, selecciona Sparkmagic (). PySpark

3. En la celda de código, introduzca %%info y, a continuación, ejecute la celda.

El resultado debería ser similar al siguiente

Current session configs: {'driverMemory': '1000M', 'executorCores': 2, 'kind': 
 'pyspark'} 
                    No active sessions.
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Ejemplo de cuadernos

La instancia de tu bloc de notas contiene libretas de ejemplo proporcionadas por Amazon 
SageMaker. Los blocs de notas de muestra contienen código que muestra cómo aplicar las 
soluciones de aprendizaje automático mediante SageMaker. Las instancias de cuaderno utilizan la 
extensión nbexamples de Jupyter, que le permite ver una versión de solo lectura de un cuaderno 
de muestra o crear una copia de dicha versión, de modo que pueda modificarla y ejecutarla. 
Para obtener más información acerca de la extensión nbexamples, consulte https://github.com/ 
danielballan/nbexamples. Para obtener información sobre ejemplos de blocs de notas para 
SageMaker Studio, consulta. Usa las libretas clásicas de Amazon SageMaker Studio

Note

Por lo general, los cuadernos de muestra descargan conjuntos de datos desde Internet. Si 
SageMaker inhabilitas el acceso a Internet proporcionado al crear tu instancia de bloc de 
notas, es posible que los cuadernos de ejemplo no funcionen. Para obtener más información, 
consulte Conexión de una instancia de cuaderno en una VPC a recursos externos.

Cómo ver o utilizar cuadernos de muestra en Jupyter Classic

Para ver o usar los cuadernos de ejemplo en la vista clásica de Jupyter, selecciona la pestaña 
Ejemplos. SageMaker

Para ver una versión de solo lectura de un cuaderno de ejemplo en la vista clásica de Jupyter, en 
la pestaña SageMaker Ejemplos, selecciona Vista previa del cuaderno. Para crear una copia de un 
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cuaderno de muestra en el directorio principal de su instancia de cuaderno, elija Usar. En el cuadro 
de diálogo, puede cambiar el nombre del cuaderno antes de guardarlo.

Cómo ver o utilizar cuadernos de muestra en Jupyterlab

Para ver o utilizar los cuadernos de muestra en la vista de Jupyterlab, elija el icono de ejemplos en el 
panel de navegación izquierdo.
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Para ver una versión de solo lectura de un cuaderno de muestra, elija el nombre del cuaderno. Esto 
abrirá el cuaderno como una pestaña en el área principal. Para crear una copia de un cuaderno de 
muestra en el directorio principal de la instancia del cuaderno, elija Crear una copia en el banner 
superior. En el cuadro de diálogo, escriba un nombre para el cuaderno y, a continuación, elija
CREAR COPIA.
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Para obtener más información sobre los cuadernos de ejemplo, consulte el repositorio de ejemplos. 
SageMaker GitHub

Establecimiento del kernel del cuaderno

Amazon SageMaker proporciona varios núcleos para Jupyter que admiten Python 2 y 3, Apache 
MXNet y. TensorFlow PySpark Para establecer un kernel para un nuevo cuaderno en el panel de 
cuaderno de Jupyter, seleccione Nuevo y, a continuación, elija el kernel en la lista. Para obtener más 
información sobre los kernels disponibles, consulte Kernels disponibles.

También puede crear un kernel personalizado que puede usar en su instancia de cuaderno. Para 
obtener más información, consulte Instalación de bibliotecas externas y kernels en instancias de 
cuaderno.

Asocia repositorios de Git con instancias de SageMaker Notebook

Asocie repositorios de Git a su instancia de cuaderno para guardar sus cuadernos de notas en un 
entorno de control de origen que persiste incluso si se detiene o se elimina su instancia de cuaderno. 
Puede asociar una repositorio predeterminado y hasta un máximo de tres repositorios adicionales a 
una instancia de cuaderno. Los repositorios se pueden alojar en AWS CodeCommit o en cualquier 
otro servidor Git. GitHub Asociar repositorios de Git a su instancia de cuaderno pueden ser útil para:

• Persistencia: los cuadernos de una instancia de cuaderno se almacenan en volúmenes de Amazon 
EBS duraderos, pero no persisten más allá de la vida de su instancia de cuaderno. Almacenar 
cuadernos en un repositorio de Git le permite almacenar y utilizar cuadernos incluso si detiene o 
elimina su instancia de cuaderno.

• Colaboración: los miembros de un equipo suelen colaborar en proyectos de machine learning. 
Almacenar los cuadernos en repositorios de Git permite a los miembros del equipo que trabajan en 
instancias de cuadernos diferentes compartir los cuadernos y colaborar en ellos en un entorno de 
control de origen.
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• Aprendizaje: muchos cuadernos de Jupyter que muestran técnicas de aprendizaje automático 
están disponibles en repositorios de Git alojados públicamente, como en. GitHub Puede asociar su 
instancia de cuaderno a un repositorio para cargar fácilmente los cuadernos de Jupyter contenidos 
en dicho repositorio.

Hay dos formas de asociar un repositorio de Git a una instancia de cuaderno:

• Añade un repositorio de Git como recurso en tu SageMaker cuenta de Amazon. A continuación, 
para obtener acceso al repositorio, puede especificar un secreto de AWS Secrets Manager que 
contenga credenciales. De esta forma, podrá obtener acceso a los repositorios que requieran 
autenticación.

• Asociar un repositorio de Git público que no sea un recurso a su cuenta. Si lo hace, no podrá 
especificar credenciales para obtener acceso al repositorio.

Temas

• Añade un repositorio de Git a tu SageMaker cuenta de Amazon

• Creación de una instancia del cuaderno con un repositorio de Git asociado

• Asocie un CodeCommit repositorio de una AWS cuenta diferente a una instancia de Notebook

• Uso de repositorios de Git en una instancia del cuaderno

Añade un repositorio de Git a tu SageMaker cuenta de Amazon

Para gestionar tus GitHub repositorios, asociarlos fácilmente a las instancias de tu bloc de notas 
y asociar credenciales a los repositorios que requieren autenticación, añade los repositorios como 
recursos en tu cuenta de Amazon. SageMaker Puedes ver una lista de los repositorios que están 
almacenados en tu cuenta y los detalles de cada repositorio en la SageMaker consola y mediante la 
API.

Puedes añadir repositorios de Git a tu SageMaker cuenta en la SageMaker consola o mediante. 
AWS CLI

Note

Puedes usar la API SageMaker CreateCodeRepositorypara añadir repositorios de Git a 
tu SageMaker cuenta, pero aquí no se proporcionan step-by-step instrucciones.
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Añadir un repositorio de Git a su cuenta de SageMaker (consola)

Para añadir un repositorio de Git como recurso en tu SageMaker cuenta

1. Abre la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. Bajo Cuadernos, seleccione Repositorios Git, y seleccione Agregar repositorio.

3. Para añadir un CodeCommit repositorio, elija AWS CodeCommit. Para añadir uno GitHub u otro 
repositorio basado en Git, selecciona GitHub/Otro repositorio basado en Git.

Para añadir un repositorio existente CodeCommit

1. Elija Use existing repository (Usar repositorio existente).

2. En Repository (Repositorio), elija un repositorio de la lista.

3. Introduzca un nombre para usarlo en el repositorio SageMaker. El nombre debe tener entre 1 y 
63 caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y - (guion).

4. Elija Add repository (Añadir repositorio).

Para crear un CodeCommit repositorio nuevo

1. Seleccione Create new repository (Crear nuevo repositorio).

2. Introduzca un nombre para el repositorio que pueda utilizar tanto en como CodeCommit en 
SageMaker. El nombre debe tener entre 1 y 63 caracteres. Los caracteres válidos son a-z, A-Z, 
0-9 y - (guion).

3. Elija Create repository.

Para añadir un repositorio de Git alojado en un lugar que no sea CodeCommit

1. Elija GitHub/Otro repositorio basado en Git.

2. Introduzca un nombre de hasta 63 caracteres. Los caracteres válidos incluyen caracteres 
alfanuméricos, un guión (-) y 0-9.

3. Introduzca la dirección URL del repositorio. No proporcione un nombre de usuario en la URL. 
Agregue las credenciales de inicio de sesión en AWS Secrets Manager como se describe en el 
paso siguiente.

4. Para Git credentials (Credenciales de Git), seleccione las credenciales que se van a utilizar para 
autenticarse en el repositorio. Esto es necesario únicamente si el repositorio de Git es privado.
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Note

Si ha habilitado la autenticación de dos factores para el repositorio de Git, especifique 
un token de acceso personal generado por el proveedor de servicios Git en el campo
password.

a. Para utilizar un secreto de AWS Secrets Manager, elija Use existing secret (Usar secreto 
existente) y, a continuación, elija un secreto de la lista. Para obtener información sobre 
la creación y almacenamiento de un secreto, consulte la sección Creación de un secreto 
básico en la Guía del usuario de AWS Secrets Manager. El nombre del secreto que utilice 
debe contener la cadena sagemaker.

Note

El secreto debe tener una etiqueta de ensayo AWSCURRENT y debe tener el 
siguiente formato:
{"username": UserName, "password": Password}
Para GitHub los repositorios, recomendamos usar un token de acceso personal 
en el campo. password Para obtener más información, consulta https://
help.github.com/articles/ creating-a-personal-access - token-for-the-command -line/.

b. Para crear un nuevo secreto de AWS Secrets Manager, elija Crear secreto, escriba un 
nombre para el secreto y, a continuación, escriba las credenciales de inicio de sesión para 
autenticarse en el repositorio. El nombre del secreto debe contener la cadena sagemaker.

Note

El rol de IAM que se utiliza para crear el secreto debe tener el permiso
secretsmanager:GetSecretValue en su política de IAM.
El secreto debe tener una etiqueta de ensayo AWSCURRENT y debe tener el 
siguiente formato:
{"username": UserName, "password": Password}
Para GitHub los repositorios, recomendamos usar un token de acceso personal.

c. Para no utilizar ninguna credencial, elija No secret (Sin secreto).
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5. Elija Create secret (Crear secreto).

Agrega un repositorio de Git a tu SageMaker cuenta de Amazon (CLI)

Utilice el comando de la AWS CLI create-code-repository: Especifique un nombre para el 
repositorio como valor del argumento code-repository-name. El nombre debe tener entre 1 y 63 
caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y - (guion). Especifique también lo siguiente:

• La ramificación predeterminada.

• La dirección URL del repositorio de Git.

Note

No proporcione un nombre de usuario en la URL. Agregue las credenciales de inicio de 
sesión en AWS Secrets Manager como se describe en el paso siguiente.

• El nombre de recurso de Amazon (ARN) de un secreto de AWS Secrets Manager que contenga 
las credenciales que se van a utilizar para autenticarse en el repositorio como valor del argumento
git-config.

Para obtener información sobre la creación y almacenamiento de un secreto, consulte la sección
Creación de un secreto básico en la Guía del usuario de AWS Secrets Manager. El siguiente 
comando crea un repositorio nuevo con el nombre MyRespository de tu SageMaker cuenta de 
Amazon que apunta a un repositorio de Git alojado enhttps://github.com/myprofile/my-
repo".

Para Linux, OS X o Unix:

aws sagemaker create-code-repository \ 
                    --code-repository-name "MyRepository" \ 
                    --git-config Branch=branch,RepositoryUrl=https://github.com/
myprofile/my-repo,SecretArn=arn:aws:secretsmanager:us-east-2:012345678901:secret:my-
secret-ABc0DE

Para Windows:

aws sagemaker create-code-repository ^ 
                    --code-repository-name "MyRepository" ^ 
                    --git-config "{\"Branch\":\"master\", \"RepositoryUrl\" : 
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                    \"https://github.com/myprofile/my-repo\", \"SecretArn\" : 
 \"arn:aws:secretsmanager:us-east-2:012345678901:secret:my-secret-ABc0DE\"}"

Note

El secreto debe tener una etiqueta de ensayo AWSCURRENT y debe tener el siguiente 
formato:
{"username": UserName, "password": Password}
Para GitHub los repositorios, te recomendamos usar un token de acceso personal.

Creación de una instancia del cuaderno con un repositorio de Git asociado

Puede asociar repositorios de Git a una instancia de cuaderno al crear la instancia de cuaderno, 
usando AWS Management Console o la AWS CLI. Si quieres usar un CodeCommit repositorio que 
esté en una AWS cuenta diferente a la de la instancia de Notebook, configura el acceso multicuenta 
al repositorio. Para obtener más información, consulte Asocie un CodeCommit repositorio de una 
AWS cuenta diferente a una instancia de Notebook.

Temas

• Creación de una instancia de cuaderno a un repositorio Git asociado (consola)

• Creación de una instancia de cuaderno con un repositorio de Git asociado (CLI)

Creación de una instancia de cuaderno a un repositorio Git asociado (consola)

Para crear una instancia de bloc de notas y asociar los repositorios de Git en la consola de Amazon 
SageMaker

1. Siga las instrucciones de Paso 1: Crear una instancia de Amazon SageMaker Notebook.

2. En el caso de los Repositorios Git, elija los repositorios de Git que se asociarán a la instancia de 
cuaderno.

a. En Default repository (Repositorio predeterminado), seleccione un repositorio que 
desee utilizar como repositorio predeterminado. SageMaker clona este repositorio como 
subdirectorio en el directorio de inicio de Jupyter en /home/ec2-user/SageMaker. Al 
abrir su instancia de cuaderno, esta se abre en el repositorio. Para elegir un repositorio 
que se almacena como recurso en su cuenta, elija el nombre en la lista. Para añadir un 
repositorio nuevo como recurso a tu cuenta, selecciona Añadir un repositorio a SageMaker 
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(abre el flujo Añadir repositorio en una ventana nueva) y, a continuación, sigue las 
instrucciones que se indican enCreación de una instancia de cuaderno a un repositorio 
Git asociado (consola). Para clonar un repositorio público que no está almacenado en 
su cuenta, elija Clonar un repositorio Git público solo en esta instancia de cuaderno y, a 
continuación, especifique la dirección URL de dicho repositorio.

b. En Additional repository 1 (Repositorio adicional 1), seleccione un repositorio que desee 
añadir como directorio adicional. SageMaker clona dicho repositorio como subdirectorio 
en el directorio de inicio de Jupyter en /home/ec2-user/SageMaker. Para elegir un 
repositorio que se almacena como recurso en su cuenta, elija el nombre en la lista. Para 
añadir un repositorio nuevo como recurso a tu cuenta, selecciona Añadir un repositorio a 
SageMaker (abre el flujo Añadir repositorio en una ventana nueva) y, a continuación, sigue 
las instrucciones que se indican enCreación de una instancia de cuaderno a un repositorio 
Git asociado (consola). Para clonar un repositorio que no esté almacenado en su cuenta, 
elija Clonar un repositorio Git público solo en esta instancia de cuaderno y, a continuación, 
especifique la dirección URL de dicho repositorio.

Repita este paso hasta tres veces para añadir hasta tres repositorios adicionales a su 
instancia de cuaderno.

Creación de una instancia de cuaderno con un repositorio de Git asociado (CLI)

Para crear una instancia de cuaderno y asociar repositorios de Git utilizando la AWS CLI, utilice el 
comando create-notebook-instance de la siguiente manera:

• Especifique el repositorio que quiera usar como repositorio predeterminado como valor del 
argumento default-code-repository. Amazon SageMaker clona este repositorio como un 
subdirectorio en el directorio de inicio de Jupyter en. /home/ec2-user/SageMaker Al abrir 
su instancia de cuaderno, esta se abre en el repositorio. Para usar un repositorio almacenado 
como recurso en su SageMaker cuenta, especifique el nombre del repositorio como valor del 
argumento. default-code-repository Para utilizar un repositorio que no está almacenado 
en su cuenta, especifique la dirección URL del repositorio como valor del argumento default-
code-repository.

• Especifique hasta tres repositorios adicionales como valor del additional-code-
repositories argumento. SageMaker clona este repositorio como un subdirectorio en el 
directorio de inicio de Jupyter/home/ec2-user/SageMaker, y el repositorio se excluye del 
repositorio predeterminado añadiéndolo al .git/info/exclude directorio del repositorio 
predeterminado. Para usar los repositorios que están almacenados como recursos en su 
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SageMaker cuenta, especifique los nombres de los repositorios como valor del argumento.
additional-code-repositories Para utilizar repositorios que no se almacenan en su cuenta, 
especifique las direcciones URL de los repositorios como valor del argumento additional-
code-repositories.

Por ejemplo, el siguiente comando crea una instancia de bloc de notas que tiene un repositorio 
denominadoMyGitRepo, que se almacena como un recurso en tu SageMaker cuenta, como 
repositorio predeterminado y un repositorio adicional que está alojado en: GitHub

aws sagemaker create-notebook-instance \ 
                    --notebook-instance-name "MyNotebookInstance" \ 
                    --instance-type "ml.t2.medium" \ 
                    --role-arn "arn:aws:iam::012345678901:role/service-role/
AmazonSageMaker-ExecutionRole-20181129T121390" \ 
                    --default-code-repository "MyGitRepo" \ 
                    --additional-code-repositories "https://github.com/myprofile/my-
other-repo"

Note

Si utilizas un AWS CodeCommit repositorio cuyo nombre no contiene SageMaker «», añade 
los codecommit:GitPush permisos codecommit:GitPull y a la función que transfieras 
como role-arn argumento al create-notebook-instance comando. Para obtener 
información sobre cómo añadir permisos a un rol, consulte Adición y eliminación de políticas 
de IAM en la Guía del usuario de AWS Identity and Access Management.

Asocie un CodeCommit repositorio de una AWS cuenta diferente a una instancia de 
Notebook

Para asociar un CodeCommit repositorio de una AWS cuenta diferente a su instancia de notebook, 
configure el acceso multicuenta al CodeCommit repositorio.

Para configurar el acceso multicuenta a un CodeCommit repositorio y asociarlo a una instancia de 
bloc de notas:

1. En la AWS cuenta que contiene el CodeCommit repositorio, cree una política de IAM que 
permita el acceso al repositorio de los usuarios de la cuenta que contiene su instancia de bloc 
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de notas. Para obtener más información, consulte Paso 1: Crear una política de acceso al 
repositorio en CuentaA en la Guía del usuario de CodeCommit .

2. En la AWS cuenta que contiene el CodeCommit repositorio, cree un rol de IAM y asocie a ese rol 
la política que creó en el paso anterior. Para obtener más información, consulte Paso 2: Crear un 
rol de acceso al repositorio en CuentaA en la Guía del usuario de CodeCommit .

3. Cree un perfil en la instancia de cuaderno que utiliza el rol que ha creado en el paso anterior:

a. Abra la instancia de cuaderno.

b. Abra un terminal en la instancia de cuaderno.

c. Edite un nuevo perfil escribiendo lo siguiente en la terminal:

vi /home/ec2-user/.aws/config

d. Edite el archivo con la siguiente información de perfil:

[profile CrossAccountAccessProfile]
region = us-west-2
role_arn = 
 arn:aws:iam::CodeCommitAccount:role/CrossAccountRepositoryContributorRole
credential_source=Ec2InstanceMetadata
output = json

Dónde CodeCommitAccountestá la cuenta que contiene el CodeCommit 
repositorio, CrossAccountAccessProfilees el nombre del nuevo perfil y
CrossAccountRepositoryContributorRolees el nombre del rol que creó en el paso 
anterior.

4. En la instancia de cuaderno, configure git para utilizar el perfil que ha creado en el paso anterior:

a. Abra la instancia de cuaderno.

b. Abra un terminal en la instancia de cuaderno.

c. Edite el archivo de configuración de Git escribiendo lo siguiente en la terminal:

vi /home/ec2-user/.gitconfig

d. Edite el archivo con la siguiente información de perfil:

[credential] 
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        helper = !aws codecommit credential-helper --
profile CrossAccountAccessProfile $@ 
        UseHttpPath = true

Dónde CrossAccountAccessProfileestá el nombre del perfil que creó en el paso 
anterior.

Uso de repositorios de Git en una instancia del cuaderno

Al abrir una instancia de cuaderno que tiene repositorios de Git asociados, se abre en el repositorio 
predeterminado, que se instala en su instancia de cuaderno directamente bajo /home/ec2-user/
SageMaker. Puede abrir y crear cuadernos y puede ejecutar manualmente comandos de Git en una 
celda de un cuaderno. Por ejemplo:

!git pull origin master

Para abrir cualquiera de los repositorios adicionales, navegue hacia arriba un nivel de carpeta. Los 
repositorios adicionales también se instalan como directorios en /home/ec2-user/SageMaker.

Si abres la instancia del bloc de notas con una JupyterLab interfaz, la extensión jupyter-git estará 
instalada y disponible para su uso. Para obtener información sobre la extensión jupyter-git, consulta 
https://github.com/jupyterlab/jupyterlab-git. JupyterLab

Cuando abres una instancia de bloc de notas JupyterLab, verás los repositorios de git asociados a 
ella en el menú de la izquierda:
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Puede utilizar la extensión jupyter-git para administrar git visualmente, en lugar de usar la línea de 
comandos:
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Metadatos de instancias de cuadernos

Al crear una instancia de bloc de notas, Amazon SageMaker crea un archivo JSON en la instancia 
en la ubicación /opt/ml/metadata/resource-metadata.json que contiene el ResourceName
y ResourceArn de la instancia de bloc de notas. Puede obtener acceso a estos metadatos desde 
cualquier lugar de dentro de la instancia de cuaderno, incluidas las configuraciones de ciclo de vida. 
Para obtener información acerca de las configuraciones de ciclo de vida de instancias de cuaderno, 
consulte Personalización de una instancia de cuaderno con un script de configuración del ciclo de 
vida.

Note

El archivo resource-metadata.json se puede modificar con acceso raíz.

El archivo resource-metadata.json tiene la estructura siguiente:

{ 
    "ResourceArn": "NotebookInstanceArn", 
    "ResourceName": "NotebookInstanceName"
}

Puede utilizar estos metadatos desde la instancia de cuaderno para obtener otra información acerca 
de la instancia de cuaderno. Por ejemplo, los siguientes comandos obtienen las etiquetas asociadas 
a la instancia de cuaderno:

NOTEBOOK_ARN=$(jq '.ResourceArn' 
            /opt/ml/metadata/resource-metadata.json --raw-output)
aws sagemaker list-tags --resource-arn $NOTEBOOK_ARN

El resultado es similar al siguiente:

{ 
    "Tags": [ 
        { 
            "Key": "test", 
            "Value": "true" 
        } 
    ]
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}

Supervise los registros de Jupyter en Amazon Logs CloudWatch

Los registros de Jupyter incluyen información importante, como eventos, métricas e información de 
salud, que proporcionan información útil al ejecutar Amazon Notebooks. SageMaker Al importar los 
registros de Jupyter a CloudWatch Logs, los clientes pueden usar los CloudWatch registros para 
detectar comportamientos anómalos, configurar alarmas y descubrir información para que las libretas 
funcionen mejor. SageMaker Puede acceder a los registros incluso cuando la instancia de Amazon 
EC2 que aloja el cuaderno no responda y utilizar los registros para solucionar los problemas del 
cuaderno que no responde. La información confidencial, como los ID de cuenta de AWS, las claves 
secretas y los tokens de autenticación de las URL prefirmadas, se eliminan para que los clientes 
puedan compartir registros sin filtrar información privada.

Para ver los registros de Jupyter de una instancia de cuaderno:

1. Inicie sesión en la consola AWS Management Console y ábrala en https://
console.aws.amazon.com/sagemaker/. SageMaker

2. Seleccione Instancias de bloc de notas.

3. En la lista de instancias de cuaderno, elija la instancia de cuaderno cuyos registros de Jupyter 
desea ver seleccionando el Nombre de la instancia de cuaderno.

Esto le llevará a la página de detalles de esa instancia de cuaderno.

4. En Monitorear en la página de detalles de la instancia de cuaderno, elija Ver registros.

5. En la CloudWatch consola, elige el flujo de registro de tu instancia de notebook. Su nombre tiene 
el formato NotebookInstanceName/jupyter.log.

Para obtener más información sobre la supervisión CloudWatch de los registros SageMaker, 
consulteRegistra SageMaker los eventos de Amazon con Amazon CloudWatch.

Laboratorio Amazon SageMaker Studio

Amazon SageMaker Studio Lab es un servicio gratuito que ofrece a los clientes acceso a los 
recursos AWS informáticos en un entorno basado en código abierto JupyterLab. Se basa en la 
misma arquitectura e interfaz de usuario que Amazon SageMaker Studio Classic, pero con un 
subconjunto de capacidades de Studio Classic.
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Con Studio Lab, puede usar recursos AWS informáticos para crear y ejecutar sus cuadernos Jupyter 
sin necesidad de abrir una cuenta. AWS Como Studio Lab se basa en el código abierto JupyterLab, 
puedes aprovechar las extensiones de Jupyter de código abierto para ejecutar tus cuadernos de 
Jupyter.

Studio Lab comparado con Amazon SageMaker Studio Classic

Si bien Studio Lab proporciona acceso gratuito a los recursos AWS informáticos, Amazon 
SageMaker Studio Classic ofrece las siguientes capacidades avanzadas de aprendizaje automático 
que Studio Lab no admite.

• Integración y entrega continuas (SageMaker Pipelines)

• Predicciones en tiempo real

• Formación distribuida a gran escala

• Preparación de datos (Amazon SageMaker Data Wrangler)

• Etiquetado de datos (Amazon SageMaker Ground Truth)

• Almacén de características

• Análisis de sesgos (Clarify)

• Despliegue del modelo

• Supervisión de modelos

Studio Classic también admite un control de acceso y una seguridad detallados mediante AWS 
Identity and Access Management (IAM), Amazon Virtual Private Cloud (Amazon VPC) y (). AWS Key 
Management Service AWS KMS Studio Lab no admite estas funciones de Studio Classic ni admite el 
uso de estimadores ni algoritmos integrados. SageMaker

Para exportar sus proyectos de Studio Lab para usarlos con Studio Classic, consulte. Exportación de 
un entorno de Amazon SageMaker Studio Lab a Amazon SageMaker Studio Classic

En los temas siguientes se proporciona información sobre Studio Lab y cómo usarlo

Temas

• Descripción general de los componentes de Amazon SageMaker Studio Lab

• Integrado en Amazon SageMaker Studio Lab

• Administrar la cuenta
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• Lanzamiento del tiempo de ejecución del proyecto de Amazon SageMaker Studio Lab

• Utilizar los recursos iniciales de Amazon SageMaker Studio Lab

• Entornos preinstalados de Studio Lab

• Utilizar el motor de ejecución del proyecto Amazon SageMaker Studio Lab

• Solución de problemas

Descripción general de los componentes de Amazon SageMaker Studio 
Lab

Amazon SageMaker Studio Lab consta de los siguientes componentes. En los temas siguientes se 
ofrecen más detalles sobre estos componentes.

Temas

• Página de inicio

• Cuenta de Studio Lab

• Página de descripción general del proyecto

• Página de vista previa

• Proyecto

• Tipo de instancia de cómputo

• Tiempo de ejecución del proyecto

• Sesión

Página de inicio

Puedes solicitar una cuenta e iniciar sesión en una cuenta existente en tu página de destino. Para ir 
a la página de destino, consulte el sitio web de Amazon SageMaker Studio Lab. Para obtener más 
información sobre cómo crear una cuenta de Studio Lab, consulteIntegrado en Amazon SageMaker 
Studio Lab.

La siguiente captura de pantalla muestra la interfaz de la página de inicio de Studio Lab para solicitar 
una cuenta de usuario e iniciar sesión.
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Cuenta de Studio Lab

Tu cuenta de Studio Lab te da acceso a Studio Lab. Para obtener más información sobre la creación 
de una cuenta de usuario, consulteIntegrado en Amazon SageMaker Studio Lab.

Página de descripción general del proyecto

Puedes lanzar una instancia de procesamiento y ver información sobre tu proyecto en esta página. 
Para acceder a esta página, debe iniciar sesión desde el sitio web de Amazon SageMaker Studio 
Lab. La URL tiene el siguiente formato:

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

La siguiente captura de pantalla muestra una descripción general del proyecto en la interfaz de 
usuario de Studio Lab.
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Página de vista previa

En esta página, puede acceder a una vista previa de solo lectura de un cuaderno de Jupyter. No 
puede ejecutar el cuaderno desde la vista previa, pero puede copiarlo en su proyecto. Para muchos 
clientes, esta puede ser la primera página de Studio Lab que vean, ya que es posible que estén 
abriendo cuaderno tras GitHub cuaderno. Para obtener más información sobre cómo utilizar GitHub 
los recursos, consulteUsar recursos de GitHub.

Para copiar la vista previa del bloc de notas a tu proyecto de Studio Lab:

1. Inicia sesión en tu cuenta de Studio Lab. Para obtener más información sobre cómo crear una 
cuenta de Studio Lab, consulteIntegrado en Amazon SageMaker Studio Lab.

2. En Instancia de cómputo de Notebook, elige un tipo de instancia de cómputo. Para obtener 
más información sobre los tipos de instancias de procesamiento, consulteTipo de instancia de 
cómputo.

3. Selecciona Iniciar tiempo de ejecución. Es posible que se le pida que resuelva un acertijo de 
CAPTCHA. Para obtener más información sobre CAPTCHA, consulte ¿Qué es un acertijo de 
CAPTCHA?

4. Configuración única, para iniciar el tiempo de ejecución por primera vez con la cuenta de Studio 
Lab:

a. Introduce un número de teléfono móvil para asociarlo a tu cuenta de Amazon SageMaker 
Studio Lab y selecciona Continuar.

Para obtener información sobre los países y regiones compatibles, consulte Países y 
regiones compatibles (canal SMS).
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b. Introdzca el código de 6 dígitos enviado al número de teléfono móvil asociado y seleccione
Verify (Verificar).

5. Selecciona Copiar al proyecto.

Proyecto

Su proyecto contiene todos sus archivos y carpetas, incluidas las libretas de Jupyter. Tienes el 
control total sobre los archivos de tu proyecto. El proyecto también incluye la interfaz de usuario 
JupyterLab basada. Desde esta interfaz, puede interactuar con sus blocs de notas de Jupyter, editar 
sus archivos de código fuente, integrarlos y conectarse a Amazon S3. GitHub Para obtener más 
información, consulte Utilizar el motor de ejecución del proyecto Amazon SageMaker Studio Lab.

La siguiente captura de pantalla muestra un proyecto de Studio Lab con el explorador de archivos 
abierto y el lanzador de Studio Lab en pantalla.

Tipo de instancia de cómputo

El tiempo de ejecución de su proyecto de Amazon SageMaker Studio Lab se basa en una instancia 
EC2. Se le asignan 15 GB de almacenamiento y 16 GB de RAM. La disponibilidad de las instancias 
informáticas no está garantizada y está sujeta a la demanda. Si necesita recursos informáticos o de 
almacenamiento adicionales, considere la posibilidad de cambiarse a Studio. 
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Amazon SageMaker Studio Lab ofrece la posibilidad de elegir entre una CPU (unidad central de 
procesamiento) y una GPU (unidad de procesamiento gráfico). En las siguientes secciones se 
proporciona información sobre estas dos opciones, incluida una guía de selección.

CPU

Una unidad central de procesamiento (CPU) está diseñada para gestionar una amplia gama 
de tareas de manera eficiente, pero tiene un número limitado de tareas que puede ejecutar 
simultáneamente. Para el aprendizaje automático, se recomienda una CPU para los algoritmos con 
uso intensivo de cómputo, como series temporales, pronósticos y datos tabulares. 

El tipo de procesamiento de la CPU tiene hasta 4 horas seguidas, con un límite de 8 horas en un 
período de 24 horas.

GPU

Una unidad de procesamiento de gráficos (GPU) está diseñada para procesar imágenes y vídeo 
de alta resolución de forma simultánea. Se recomienda una GPU para las tareas de aprendizaje 
profundo, especialmente para los transformadores y la visión artificial.

El tipo de procesamiento con GPU tiene hasta 4 horas seguidas, con un límite de 4 horas en un 
período de 24 horas.

Tiempo de cómputo

Cuando el tiempo de cómputo de Studio Lab alcanza su límite de tiempo, la instancia detiene todos 
los cálculos en ejecución. Studio Lab no admite aumentos de los límites de tiempo.

Studio Lab guarda automáticamente el entorno cuando lo actualizas y cada vez que creas un archivo 
nuevo. Las extensiones y los paquetes instalados de forma personalizada persisten incluso después 
de que finalice el tiempo de ejecución.

Las ediciones de los archivos se guardan periódicamente, pero no se guardan cuando finaliza el 
tiempo de ejecución. Para asegurarse de no perder el progreso, guarde el trabajo manualmente. 
Si tienes contenido en tu proyecto de Studio Lab que no quieres perder, te recomendamos que 
hagas una copia de seguridad del contenido en otro lugar. Para obtener más información sobre la 
exportación del entorno y los archivos, consulteExportación de un entorno de Amazon SageMaker 
Studio Lab a Amazon SageMaker Studio Classic.

Durante un cálculo prolongado, no es necesario que mantenga el proyecto abierto. Por ejemplo, 
puede empezar a entrenar un modelo y, a continuación, cerrar el navegador. La instancia sigue 
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ejecutándose hasta el límite de tipos de procesamiento en un período de 24 horas. A continuación, 
podrá iniciar sesión más tarde para continuar con su trabajo. 

Le recomendamos que utilice puntos de control en sus trabajos de aprendizaje profundo. Puede 
usar los puntos de control guardados para reiniciar un trabajo desde el punto de control guardado 
anteriormente. Para obtener más información, consulte E/S de archivos.

Tiempo de ejecución del proyecto

El tiempo de ejecución del proyecto es el período de tiempo durante el que se ejecuta la instancia de 
cómputo.

Sesión

Cada vez que lanzas tu proyecto, comienza una sesión de usuario.

Integrado en Amazon SageMaker Studio Lab

Para realizar la integración en Amazon SageMaker Studio Lab, siga los pasos de esta guía. En 
las siguientes secciones, aprenderá a solicitar una cuenta de Studio Lab, crear su cuenta e iniciar 
sesión.

Temas

• Solicitar una cuenta de Studio Lab

• Crear una cuenta de Studio Lab

• Iniciar sesión en Studio Lab

Solicitar una cuenta de Studio Lab

Para usar Studio Lab, primero debe solicitar la aprobación para crear una cuenta de Studio Lab. No 
se puede usar una cuenta de AWS para incorporarse a Studio Lab.

En los pasos que figuran a continuación se muestra cómo hacer esto con una cuenta de Studio Lab.

1. Diríjase a la página de inicio de Studio Lab.

2. Seleccione Request account (Solicitar cuenta).

3. Introduzca la información requerida.

4. Seleccione Submit request (Enviar solicitud).
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5. Si recibe un correo electrónico para verificar su dirección de correo electrónico, siga las 
instrucciones del correo electrónico para realizar este paso.

La solicitud de su cuenta debe aprobarse antes de poder registrar una cuenta de Studio Lab. Su 
solicitud se revisará en un plazo de cinco días laborables. Cuando se apruebe su solicitud de cuenta, 
recibirá un correo electrónico con un enlace a la página de registro de la cuenta de Studio Lab. Este 
enlace caduca siete días después de que se apruebe su solicitud. Si el enlace caduca, debe enviar 
una nueva solicitud de cuenta.

Nota: Se deniega su solicitud de cuenta si su correo electrónico se ha asociado a una actividad que 
infrinja nuestras Condiciones de servicio u otros acuerdos.

Códigos de referencia

Los códigos de referencia de Studio Lab permiten que las solicitudes de nuevas cuentas se 
aprueben automáticamente para respaldar eventos de machine learning, como talleres, hackatones 
y clases. Con un código de recomendación, un host de confianza puede ofrecer a sus participantes 
acceso inmediato a Studio Lab. Una vez que se haya creado una cuenta con un código de 
referencia, la cuenta seguirá existiendo después de que caduque el código.

Para obtener un código de referencia, póngase en contacto con Asistencia de ventas. Para usar un 
código de referencia, introdúzcalo como parte del formulario de solicitud de cuenta.

Crear una cuenta de Studio Lab

Una vez que se apruebe la solicitud, siga los pasos que figuran a continuación para crear su cuenta 
de Studio Lab.

1. Seleccione Create account (Crear cuenta) en el correo electrónico de aprobación de la solicitud 
de cuenta para abrir una página nueva.

2. En la nueva página, introduzva su correo electrónico, una contraseña y un nombre de usuario.

3. Seleccione Create account (Crear cuenta).

Es posible que se le pida que resuelva un acertijo de CAPTCHA. Para obtener más información 
sobre CAPTCHA, consulte ¿Qué es un acertijo de CAPTCHA?

Iniciar sesión en Studio Lab

Después de registrar su cuenta, puede iniciar sesión en Studio Lab.
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1. Diríjase a la página de inicio de Studio Lab.

2. Seleccione Sign in (Iniciar sesión) para abrir una página nueva.

3. Introduzca su correo electrónico o nombre de usuario y contraseña.

4. Seleccione Sign in (Iniciar sesión) para abrir una nueva página para su proyecto.

Es posible que se le pida que resuelva un acertijo de CAPTCHA. Para obtener más información 
sobre CAPTCHA, consulte ¿Qué es un acertijo de CAPTCHA?

Administrar la cuenta

En el siguiente tema se proporciona información sobre la administración de su cuenta, incluidos el 
cambio de la contraseña, la eliminación de la cuenta y la obtención de la información que hemos 
recopilado. Estos temas requieren iniciar sesión en la cuenta de Amazon SageMaker Studio Lab. 
Para obtener más información, consulte Iniciar sesión en Studio Lab.

Cambiar la contraseña

Siga estos pasos para cambiar la contraseña de Amazon SageMaker Studio Lab.

1. Diríjase a la página de descripción general del proyecto de Studio Lab. La URL tiene el siguiente 
formato:

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

2. En la esquina superior derecha, seleccione su nombre de usuario para abrir un menú 
desplegable.

3. En el menú desplegable, seleccione Change password (Cambiar contraseña) para abrir una 
página nueva.

4. Introduzca su contraseña actual en el campo Enter your current password (Introduzca su 
contraseña actual).

5. Introduzca su nueva contraseña en los campos Create a new password (Crear una nueva 
contraseña) y Confirm your new password (Confirme su nueva contraseña).

6. Seleccione Submit (Enviar).

Eliminar una cuenta

Siga estos pasos para eliminar su cuenta de Studio Lab. 

Administrar la cuenta 695

https://studiolab.sagemaker.aws
https://docs.aws.amazon.com/waf/latest/developerguide/waf-captcha-puzzle.html


Amazon SageMaker Guía para desarrolladores

1. Diríjase a la página de descripción general del proyecto de Studio Lab. La URL tiene el siguiente 
formato:

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

2. En la esquina superior derecha, seleccione su nombre de usuario para abrir un menú 
desplegable.

3. En el menú desplegable, seleccione Delete account (Eliminar cuenta) para abrir una página 
nueva.

4. Introduzca su contraseña para confirmar la eliminación de su cuenta de Studio Lab.

5. Seleccione Delete (Eliminar).

Información del cliente

Studio Lab recopila su dirección de correo electrónico, nombre de usuario, contraseña cifrada, 
archivos de proyecto y metadatos. Al solicitar una cuenta, si lo desea, puede optar por proporcionar 
su nombre y apellidos, país, nombre de la organización, ocupación y el motivo de su interés en este 
producto. Protegemos todos los datos personales de los clientes mediante cifrado. Para obtener más 
información sobre cómo se maneja su información personal, consulte el Aviso de privacidad.

Si elimina su cuenta, toda su información se borra inmediatamente. Si tiene alguna consulta al 
respecto, envíe el formulario de Amazon SageMaker Studio Lab. Para obtener información y 
asistencia relacionadas con la AWS conformidad, consulte Soporte de cumplimiento.

Lanzamiento del tiempo de ejecución del proyecto de Amazon SageMaker 
Studio Lab

El tiempo de ejecución del proyecto de Amazon SageMaker Studio Lab le permite escribir y ejecutar 
código directamente desde el navegador. Está basado en JupyterLab y tiene un terminal y una 
consola integrados. Para obtener más información sobre JupyterLab, consulte la documentación de 
JupyterLab.

En el siguiente tema se proporciona información sobre cómo gestionar el tiempo de ejecución del 
proyecto. Estos temas requieren iniciar sesión en la cuenta de Amazon SageMaker Studio Lab. 
Para obtener más información sobre cómo iniciar sesión, consulte Iniciar sesión en Studio Lab. Para 
obtener más información sobre el proyecto, consulte Descripción general de los componentes de 
Amazon SageMaker Studio Lab.
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Temas

• Iniciar el tiempo de ejecución del proyecto

• Deteneer el tiempo de ejecución del proyecto

• Ver el tiempo de computación restante

• Cambie el tipo de computación

Iniciar el tiempo de ejecución del proyecto

Para usar Studio Lab, debe iniciar el tiempo de ejecución del proyecto. Este tiempo de ejecución le 
da acceso al entorno de JupyterLab.

1. Diríjase a la página de descripción general del proyecto de Studio Lab. La URL tiene el siguiente 
formato:

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

2. En My Project (Mi proyecto), seleccione un tipo de computación. Para obtener más información 
sobre los tipos de computación, consulte Tipo de instancia de cómputo.

3. Seleccione Start runtime (Iniciar tiempo de ejecución).

Es posible que se le pida que resuelva un acertijo de CAPTCHA. Para obtener más información 
sobre CAPTCHA, consulte ¿Qué es un acertijo de CAPTCHA?

4. Configuración única, para iniciar el tiempo de ejecución por primera vez con la cuenta de Studio 
Lab:

a. Introduzca un número de teléfono móvil para asociarlo a su cuenta de Amazon SageMaker 
Studio Lab y seleccione Continue (Continuar).

Para obtener información sobre los países y regiones compatibles, consulte Países y 
regiones compatibles (canal SMS).

b. Introdzca el código de 6 dígitos enviado al número de teléfono móvil asociado y seleccione
Verify (Verificar).

5. Cuando se ejecute el tiempo de ejecución, seleccione Open project (Abrir proyecto) para abrir el 
entorno de ejecución del proyecto en una nueva pestaña del navegador.
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Deteneer el tiempo de ejecución del proyecto

Al detener el tiempo de ejecución del proyecto, los archivos no se guardan automáticamente. 
Para asegurarte de no perder su trabajo, guarde todos los cambios antes de detener el tiempo de 
ejecución del proyecto.

• En My Project (Mi proyecto), seleccione Stop runtime (Detener el tiempo de ejecución).

Ver el tiempo de computación restante

El tiempo de ejecución del proyecto tiene un tiempo de procesamiento limitado en función del tipo 
de procesamiento que seleccione. Para obtener más información acerca del tiempo de cómputo en 
Studio Lab, consulte Tipo de instancia de cómputo.

• En My Projecty (Mi proyecto), consulte Time remaining (Tiempo restante).

Cambie el tipo de computación

Puede cambiar el tipo de procesamiento en función de su flujo de trabajo. Para obtener más 
información sobre los tipos de computación, consulte Tipo de instancia de cómputo.

1. Guarde todos los archivos del proyecto antes de cambiar el tipo de procesamiento.

2. Diríjase a la página de descripción general del proyecto de Studio Lab. La URL tiene el siguiente 
formato:

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

3. En My Project (Mi proyecto), seleccione el tipo de procesamiento deseado (CPU o GPU).

4. Confirme su elección seleccionando Restart (Reiniciar) en el cuadro de diálogo Restart project 
runtime? (Reiniciar tiempo de ejecución del proyecto?). Studio Lab detiene el tiempo de 
ejecución del proyecto actual y, a continuación, inicia un nuevo tiempo de ejecución del proyecto 
con el tipo de computación actualizado.

5. Una vez iniciado el tiempo de ejecución del proyecto, seleccione Open project (Abrir proyecto). 
De esta forma se abre el entorno de ejecución del proyecto en una nueva pestaña del 
navegador. Para obtener información acerca de cada entorno de tiempo de ejecución, consulte
Utilizar el motor de ejecución del proyecto Amazon SageMaker Studio Lab.
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Utilizar los recursos iniciales de Amazon SageMaker Studio Lab

Amazon SageMaker Studio Lab admite los siguientes recursos para ayudar a los profesionales de 
machine learning (ML) a ponerse en marcha. En esta guía se muestra cómo clonar cuadernos para 
el proyecto.

Introducción sobre cuadernos

Studio Lab incluye un cuaderno de inicio que proporciona información general y le guía por los flujos 
de trabajo clave. Cuando inicia el tiempo de ejecución del proyecto por primera vez, este cuaderno 
se abre automáticamente.

Dive into Deep Learning

Dive into Deep Learning (D2L) es un libro interactivo de código abierto que enseña las ideas, la 
teoría matemática y el código que impulsan el machine learning. Con más de 150 cuadernos de 
Jupyter, D2L ofrece una visión completa de los principios del aprendizaje profundo. Para más 
información acerca de D2L, consulte el sitio web de D2L.

En el siguiente procedimiento se muestra cómo clonar los cuaderno D2L Jupyter en su instancia.

1. Inicie y abra el entorno de tiempo de ejecución del proyecto de Studio Lab siguiendo Iniciar el 
tiempo de ejecución del proyecto.

2. Una vez que Studio Lab esté abierto, selecciona la pestaña Git 

( ) 
en la barra lateral izquierda.

3. Seleccione Clonar un repositorio. En Git repository URL (.git) (URL del repositorio de Git 
(.git)), pegue el D2L del repositorio de git de MLU siguiendo los pasos que se indican a 
continuación. Si no ve la opción Clone a Repository (Clonar un repositorio) porque está 
actualmente en un repositorio de Git, vuelva al directorio de usuarios para clonar un 
repositorio nuevo. Para volver al directorio de usuarios, seleccione la pestaña Carpeta 

( ) 
en la barra lateral izquierda. En la pestaña Carpeta situada debajo de la barra de búsqueda 
de archivos, seleccione el icono de carpeta situado a la izquierda del repositorio actualmente 
abierto. Una vez que esté en el directorio de usuarios, elija la pestaña Git en la barra lateral 
izquierda y elija Clone a Repository (Clonar un repositorio).

4. Diríjase a la página de descripción general del proyecto de Studio Lab. La URL tiene el siguiente 
formato:
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https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

5. En New to machine learning? (¿Es nuevo en machine learning?), seleccione Dive into Deep 
Learning.

6. En la nueva pestaña del navegador Dive into Deep Learning, elige GitHub para abrir una nueva 
página con los cuadernos de ejemplo.

7. Elija Code (Código) y copie la URL del repositorio de GitHub en la pestaña HTTPS.

8. Vuelva a la pestaña del navegador de proyectos abierta de Studio Lab, pegue la URL del 
repositorio de D2L y clone el repositorio.

AWS Machine Learning University

La AWS Machine Learning University (MLU) proporciona acceso a los cursos de machine learning 
que se utilizan para formar a los propios desarrolladores de Amazon. Con AWS MLU, cualquier 
desarrollador puede aprender a utilizar el machine learning con la serie de aprendizaje MLU 
Accelerator, que permite aprender a su propio ritmo. La serie MLU Accelerator está diseñada para 
ayudar a los desarrolladores a iniciar su aventura con machine learning. Ofrece cursos básicos 
de tres días sobre estos tres temas: procesamiento del lenguaje natural, datos tabulares y visión 
artificial. Para más información, consulte Machine Learning University.

En el siguiente procedimiento se muestra cómo clonar los cuaderno de Jupyter de AWS MLU en su 
instancia.

1. Inicie y abra el entorno de tiempo de ejecución del proyecto de Studio Lab siguiendo Iniciar el 
tiempo de ejecución del proyecto.

2. Una vez que Studio Lab esté abierto, selecciona la pestaña Git 

( ) 
en la barra lateral izquierda.

3. Seleccione Clonar un repositorio. En la URL del repositorio de Git (.git), pegue la URL 
del repositorio de git de MLU siguiendo los pasos que se indican a continuación. Si 
no ve la opción Clone a Repository (Clonar un repositorio) porque está actualmente 
en un repositorio de Git, vuelva al directorio de usuarios para clonar un repositorio 
nuevo. Para volver al directorio de usuarios, seleccione la pestaña Carpeta 

( ) 
en la barra lateral izquierda. En la pestaña Carpeta situada debajo de la barra de búsqueda 
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de archivos, seleccione el icono de carpeta situado a la izquierda del repositorio actualmente 
abierto. Una vez que esté en el directorio de usuarios, elija la pestaña Git en la barra lateral 
izquierda y elija Clone a Repository (Clonar un repositorio).

4. Diríjase a la página de descripción general del proyecto de Studio Lab. La URL tiene el siguiente 
formato:

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

5. En New to machine learning? (¿Es nuevo en machine learning?), elija AWSMachine Learning 
University.

6. En la nueva pestaña del navegador de AWSMachine Learning University, busque el curso que le 
interese leyendo el resumen del curso de cada curso.

7. Elija el repositorio de GitHub que le interese en Course Content (Contenido del curso) para abrir 
una nueva página con los cuadernos de ejemplo.

8. Elija Code (Código) y copie la URL del repositorio de GitHub en la pestaña HTTPS.

9. Vuelva a la pestaña abierta del navegador de proyectos de Studio Lab, pegue la URL del 
repositorio de D2L y elija Clone (Clonar) para clonar el repositorio.

 Roboflow

Roboflow le proporciona las herramientas para entrenar, ajustar y etiquetar objetos para aplicaciones 
de visión artificial. Para obtener más información, consulte https://roboflow.com/.

En el siguiente procedimiento se muestra cómo clonar los cuaderno de Jupyter de Roboflow en su 
instancia.

1. Diríjase a la página de descripción general del proyecto de Studio Lab. La URL tiene el siguiente 
formato:

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

2. En Resources and community (Recursos y comunidad), busque Try Computer Vision (Probar 
Computer Vision).

3. En Prueba Computer Vision, elija un modelo de Roboflow. Para obtener más información, 
consulte https://roboflow.com/.

4. Siga el tutorial que aparece en la vista previa del cuaderno.
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Entornos preinstalados de Studio Lab

Amazon SageMaker Studio Lab utiliza entornos conda para contener sus paquetes (o bibliotecas). 
Un entorno es una carpeta que contiene los paquetes que ha instalado. Puede interactuar con 
un entorno mediante el terminal o el JupyterLab portátil. Para utilizar un entorno y los paquetes 
instalados en él, debe elegir el núcleo correspondiente que contenga el mismo nombre que el 
entorno al abrir el JupyterLab bloc de notas. Para ver un tutorial sobre cómo administrar sus 
entornos, consulteAdministrar el entorno. Para obtener más información sobre la instalación de 
paquetes en su entorno, consultePersonalizar el entorno.

Studio Lab tiene varios entornos preinstalados para usted. Todos los cambios que se realicen en 
los entornos de memoria persistente se mantendrán para la próxima sesión. Los cambios en los 
entornos de memoria no persistente no se mantendrán en las próximas sesiones, pero Amazon 
actualizará y probará la compatibilidad de los paquetes que contienen. SageMaker Por lo general, 
querrá utilizar un entorno de memoria sagemaker-distribution no persistente si quiere utilizar 
un entorno totalmente gestionado que ya contenga muchos paquetes populares que utilizan los 
ingenieros de aprendizaje automático (ML) y los científicos de datos. De lo contrario, puede utilizar el
default entorno si desea personalizarlo considerablemente.

A continuación, enumeramos los entornos preinstalados y sus casos de uso. Para ver los paquetes 
instalados en un entorno, consultePersonalizar el entorno.

• sagemaker-distribution: entorno de memoria no persistente cuya compatibilidad se 
actualiza periódicamente y se comprueba su compatibilidad, gestionado en su totalidad por 
Amazon SageMaker. Este entorno contiene paquetes populares que se utilizan en el aprendizaje 
automático, la ciencia de datos y la visualización. El sagemaker-distribution entorno está 
estrechamente relacionado con el entorno utilizado en Amazon SageMaker Studio Classic, por 
lo que, tras pasar de Studio Lab a Studio Classic, los portátiles deberían funcionar de forma 
similar. Para obtener información sobre cómo exportar su entorno de Studio Lab a Studio Classic, 
consulteExportación de un entorno de Amazon SageMaker Studio Lab a Amazon SageMaker 
Studio Classic.

• default: Entorno de memoria persistente con muy pocos paquetes preinstalados. Todos los 
paquetes instalados o los cambios en este entorno continuarán en la próxima sesión.

• studiolab: entorno de memoria persistente en el que están instalados JupyterLab y otros 
paquetes relacionados. Este entorno solo debe usarse para las extensiones de servidor de Jupyter 
JupyterLab y para configurar la interfaz de JupyterLab usuario.

Entornos preinstalados de Studio Lab 702



Amazon SageMaker Guía para desarrolladores

• studiolab-safemode: entorno de memoria no persistente. Este entorno se activa 
automáticamente cuando se produce un problema al iniciar el tiempo de ejecución del proyecto. 
Se utiliza para solucionar problemas. Para obtener información sobre la solución de problemas, 
consulteSolución de problemas.

• base: Entorno de memoria no persistente. Este entorno solo se utiliza para la creación de 
herramientas del sistema y los clientes no deben utilizarlo.

Para obtener información sobre SageMaker las imágenes y sus versiones, consulte SageMaker 
Imágenes de Amazon disponibles.

Utilizar el motor de ejecución del proyecto Amazon SageMaker Studio Lab

En los temas siguientes se proporciona información sobre el uso del motor de ejecución de proyectos 
de Amazon SageMaker Studio Lab. Para poder utilizar el tiempo de ejecución de proyectos de Studio 
Lab, debe incorporarlo a Studio Lab siguiendo los pasos que se indican en Integrado en Amazon 
SageMaker Studio Lab.

Temas

• Descripción general de IU de Amazon SageMaker Studio Lab

• Crear o abrir una instancia de cuaderno de Amazon SageMaker Studio Lab

• Uso de la barra de herramientas de cuaderno de Amazon SageMaker Studio Lab

• Administrar el entorno

• Utilice recursos externos en Amazon SageMaker Studio Lab

• Obtener diferencias entre cuadernos

• Exportación de un entorno de Amazon SageMaker Studio Lab a Amazon SageMaker Studio 
Classic

• Cerrar recursos

Descripción general de IU de Amazon SageMaker Studio Lab

Amazon SageMaker Studio Lab amplía la interfaz JupyterLab. Los usuarios anteriores de JupyterLab 
notarán similitudes entre la interfaz de usuario de JupyterLab y Studio Lab, incluido el espacio 
de trabajo. Para obtener información general de la interfaz básica de JupyterLab, consulte The 
JupyterLab Interface.
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La siguiente imagen muestra Studio Lab con el explorador de archivos abierto; se muestra el 
lanzador de Studio Lab.

En la parte superior de la pantalla encontrará la barra de menús. La barra lateral izquierda contiene 
iconos para abrir navegadores de archivos, navegadores de recursos y herramientas. La barra de 
estado se encuentra en la esquina inferior izquierda de Studio Lab.

El área de trabajo principal se divide horizontalmente en dos paneles. El panel izquierdo es el
explorador de archivos y recursos. El panel derecho contiene una o más pestañas para recursos 
como cuadernos y terminales.

Temas

• Barra lateral izquierda

• Explorador de archivos y recursos

• Área de trabajo principal

Barra lateral izquierda

La barra lateral izquierda incluye los siguientes iconos. Al pasar el cursor sobre un icono, aparece 
información sobre herramientas con el nombre del icono. Al seleccionar un icono, el explorador de 
archivos y recursos muestra la funcionalidad descrita. Para las entradas jerárquicas, una ruta de 
navegación seleccionable en la parte superior del navegador muestra su ubicación en la jerarquía.
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Icono Descripción

Navegador de archivos

Elija el icono Upload Files (Cargar archivos)

( ) 
para agregar archivos a Studio Lab.

Haga doble clic en un archivo para abrirlo en una nueva pestaña.

Para abrir archivos adyacentes, elija una ficha que contenga un 
cuaderno, Python o un archivo de texto y, a continuación, elija New View 
for File (Nueva vista para archivo).

Elija el signo más (+) en el menú de la parte superior del navegador de 
archivos para abrir el lanzador de Studio Lab.

Ejecución de terminales y kernels

Puede ver una lista completa de los kernels y terminales en ejecución en 
su proyecto. Para obtener más información, consulte Cerrar recursos.

Git

Puede conectarse a un repositorio de Git y luego acceder a una gama 
completa de herramientas y operaciones de Git. Para obtener más 
información, consulte Utilice recursos externos en Amazon SageMaker 
Studio Lab.

Índice

Puede acceder a la tabla de contenido de su cuaderno de Jupyter actual.

Administrador de extensiones

Puede activar y gestionar extensiones de JupyterLab de terceros.
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Explorador de archivos y recursos

El explorador de archivos y recursos muestra listas de sus cuadernos y archivos. En el menú de la 
parte superior del navegador de archivos, elija el signo más (+) para abrir el lanzador de Studio Lab. 
El lanzador le permite crear un cuaderno o abrir un terminal.

Área de trabajo principal

El área de trabajo principal tiene varias pestañas que contienen los blocs de notas y los terminales 
abiertos.

Crear o abrir una instancia de cuaderno de Amazon SageMaker Studio Lab

Al crear un cuaderno en Amazon Sagemaker Studio Lab o abrir un cuaderno en Studio Lab, debe 
seleccionar un kernel para el cuaderno. En los temas siguientes se describe cómo crear y abrir 
cuadernos en Studio Lab.

Para obtener información sobre cómo apagar el cuaderno, consulte Cerrar recursos.

Temas

• Abrir un cuaderno de Studio Lab

• Crear un cuaderno desde el menú Archivo

• Crear un cuaderno desde el lanzador

Abrir un cuaderno de Studio Lab

Studio Lab solo puede abrir los cuadernos que aparecen en el explorador de archivos de Studio. 
Para clonar un cuaderno en el explorador de archivos desde un repositorio externo, consulte Utilice 
recursos externos en Amazon SageMaker Studio Lab.

Para abrir un bloc de notas

1. En la barra lateral izquierda, elija el icono File Browser (Explorador de archivos)

( ) 
para mostrar el explorador de archivos.

2. Busque y haga doble clic en un archivo de bloc de notas y haga doble clic en él para abrirlo en 
una nueva pestaña.
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Crear un cuaderno desde el menú Archivo

Para crear un bloc de notas desde el menú Archivo

1. En el menú de la parte superior de Studio, elija File (Archivo), seleccione New (Nuevo), y, a 
continuación, elija Notebook (Bloc de notas).

2. Para usar el kernel predeterminado, en el cuadro de diálogo Select kernel (Seleccionar kernel), 
elija Select (Seleccionar). De lo contrario, utilice el menú desplegable para seleccionar un kernel 
diferente.

Crear un cuaderno desde el lanzador

Para crear un bloc de notas desde el lanzador

1. Abra el lanzador utilizando el método abreviado de teclado Ctrl + Shift + L.

También puedes abrir el lanzador desde la barra lateral izquierda: seleccione el icono del
Explorador de archivos y, a continuación, seleccione el icono con el signo más (+).

2. Para usar el kernel predeterminado del lanzador, en Notebook (Bloc de notas), seleccione
default:Python. En caso contrario, seleccione un kernel diferente.

Después de elegir el kernel, se lanza su cuaderno y se abre en una nueva pestaña de Studio Lab.

Para ver la sesión del kernel del cuaderno, en la barra lateral izquierda, elija el icono de Terminales y 
kernels en ejecución

( ). 
Puede detener la sesión del kernel del cuaderno desde esta vista.

Uso de la barra de herramientas de cuaderno de Amazon SageMaker Studio Lab

Los cuadernos de Amazon SageMaker Studio Lab amplían la interfaz de JupyterLab. Para obtener 
información general de la interfaz básica de JupyterLab, consulte The JupyterLab Interface.

En la siguiente imagen se muestra la barra de menús y una celda vacía de un cuaderno de Studio 
Lab.
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Al pasar el cursor sobre un icono de barra de herramientas, aparece información sobre herramientas 
con la función del icono. Encontrará más comandos de cuaderno en el menú principal de Studio Lab. 
La barra de menús incluye los siguientes iconos:

Icono Descripción

Guardar y punto de comprobación

Guarda el bloc de notas y actualiza el archivo de punto de comprobac 
ión.

Insertar celda

Inserta una celda de código debajo de la celda actual. La celda actual se 
identifica con el marcador vertical azul en el margen izquierdo.

Cortar, copiar y pegar celdas

Corta, copia y pega las celdas seleccionadas.

Ejecutar celdas

Ejecuta las celdas seleccionadas. La celda que sigue a la última celda 
seleccionada pasa a ser la nueva celda seleccionada.

Interrumpir kernel

Interrumpe el kernel que cancela la operación en ejecución actualmente. 
El kernel permanece activo.

Reiniciar el kernel

Reinicia el kernel. Las variables se restablecen. La información no 
guardada no se ve afectada.
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Icono Descripción

Reiniciar el kernel y volver a ejecutar el cuaderno

Reinicia el kernel. Las variables se restablecen. La información no 
guardada no se ve afectada. A continuación, vuelve a ejecutar todo el 
cuaderno.

Tipo de celda

Muestra o cambia el tipo de celda actual. Los tipos de celdas son:

• Código: código que ejecuta el kernel.

• Markdown: texto representado como rebajado.

• Sin procesar: contenido, incluido el marcado Markdown, que se 
muestra como texto.

Diferencia de punto de comprobación

Abre una nueva pestaña que muestra la diferencia entre el bloc de notas 
y el archivo de punto de comprobación. Para obtener más información, 
consulte Obtener diferencias entre cuadernos.

Diferencia de Git

Solo está habilitado si el bloc de notas se abre desde un repositorio de 
Git. Abre una nueva pestaña que muestra la diferencia entre el bloc de 
notas y la última confirmación de Git. Para obtener más información, 
consulte Obtener diferencias entre cuadernos.

predeterminada Kernel

Muestra o cambia el kernel que procesa las celdas del cuaderno.

No Kernel indica que el cuaderno se abrió sin especificar un kernel. 
Podrá editar el cuaderno, pero no podrá ejecutar ninguna celda.
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Icono Descripción

Estado del kernel ocupado

Muestra el estado ocupado de un kernel al mostrar el borde del círculo 
y su interior del mismo color. El kernel está ocupado cuando se está 
iniciando y cuando está procesando celdas. Se muestran estados 
adicionales del kernel en la barra de estado de la esquina inferior 
izquierda de Studio Lab.

Administrar el entorno

Amazon SageMaker Studio Lab proporciona entornos preinstalados para las instancias de cuaderno 
de Studio Lab. Los entornos le permiten iniciar una instancia de cuaderno de Studio Lab con los 
paquetes que desee utilizar. Esto se hace instalando paquetes en el entorno y, a continuación, 
seleccionando el entorno como kernel.

Studio Lab tiene varios entornos preinstalados para usted. Por lo general, querrá utilizar el entorno
sagemaker-distribution si quiere utilizar un entorno totalmente gestionado que ya contenga 
muchos paquetes populares que utilizan los ingenieros de machine learning (ML) y los científicos de 
datos. De lo contrario, puede utilizar el entorno default si desea una personalización persistente 
de su entorno. Para obtener más información sobre los entornos de Studio Lab preinstalados 
disponibles, consulte Entornos preinstalados de Studio Lab.

Puede personalizar su entorno añadiéndole nuevos paquetes (o bibliotecas). También puede crear 
nuevos entornos desde Studio Lab, importar entornos compatibles, restablecer su entorno para crear 
espacio y mucho más.

Los siguientes comandos son para ejecutarse en una terminal de Studio Lab. Sin embargo, al instalar 
los paquetes, se recomienda encarecidamente instalarlos en el cuaderno de Jupyter de Studio Lab 
para asegurarse de que los paquetes se instalan en el entorno previsto. Para ejecutar los comandos 
en un cuaderno de Jupyter, anteponga al comando un prefijo % antes de ejecutar la celda. Por 
ejemplo, el fragmento de código pip list de un terminal es el mismo que %pip list cuaderno de 
Jupyter.

En las siguientes secciones se proporciona información sobre su entorno conda default, cómo 
personalizarlo y cómo añadir y eliminar entornos conda. Para obtener una lista de ejemplos de 
entornos que puede instalar en Studio Lab, consulte Creación de entornos conda personalizados. 
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Para usar estos ejemplos de archivos YAML del entorno con Studio Lab, consulte Paso 4: Instala tus 
entornos conda de Studio Lab en Studio Classic.

Temas

• Su entorno predeterminado

• Ver entornos

• Crear, activar y usar nuevos entornos conda

• Uso de ejemplos de entornos de Studio Lab

• Personalizar el entorno

• Actualizar Studio Lab

Su entorno predeterminado

Studio Lab usa entornos conda para encapsular los paquetes de software necesarios para ejecutar 
los cuadernos. Su proyecto contiene un entorno conda predeterminado, denominado default, con 
el kernel de IPython. Este entorno sirve como kernel predeterminado para sus cuadernos de Jupyter.

Ver entornos

Para ver los entornos de Studio Lab, puede utilizar un terminal o un cuaderno de Jupyter. El siguiente 
comando será para un terminal de Studio Lab. Si desea ejecutar los comandos correspondientes en 
un cuaderno de Jupyter, consulte Administrar el entorno.

Abra el terminal de Studio Lab abriendo el panel del Explorador de archivos

( ), 
seleccione el signo más (+) en el menú de la parte superior del explorador de archivos para abrir el
lanzador y, a continuación, seleccione Terminal. Desde el terminal de Studio Lab, obtenga una lista 
de los entornos de conda ejecutando lo siguiente.

conda env list

Este comando genera una lista de los entornos conda y sus ubicaciones en el sistema de archivos. 
Cuando se incorpora a Studio Lab, activa automáticamente el entorno conda studiolab. El 
siguiente es un ejemplo de una lista de entornos tras realizar la incorporación.

# conda environments:
#
default                  /home/studio-lab-user/.conda/envs/default
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studiolab             *  /home/studio-lab-user/.conda/envs/studiolab
studiolab-safemode       /opt/amazon/sagemaker/safemode-home/.conda/envs/studiolab-
safemode
base                     /opt/conda
sagemaker-distribution     /opt/conda/envs/sagemaker-distribution

* marca el entorno activado.

Crear, activar y usar nuevos entornos conda

Si desea mantener varios entornos para diferentes casos de uso, puede crear nuevos entornos 
conda en su proyecto. En las siguientes secciones se muestra cómo crear y activar nuevos entornos 
conda. Para ver un cuaderno de Jupyter que muestre cómo crear un entorno personalizado, consulte
Configuración de un entorno personalizado en SageMaker Studio Lab.

Note

El mantenimiento de varios entornos se descuenta de la memoria disponible en Studio Lab.

Crear entorno conda

Para crear un entorno conda, ejecute el siguiente comando conda desde su terminal. En este 
ejemplo se crea un nuevo entorno con Python 3.9.

conda create --name <ENVIRONMENT_NAME> python=3.9

Una vez creado el entorno conda, puede ver el entorno en su lista de entornos. Para obtener más 
información sobre cómo ver su lista de entornos, consulte Ver entornos.

Activar el entorno conda

Para activar cualquier entorno conda, puede ejecutar el siguiente comando en el terminal.

conda activate <ENVIRONMENT_NAME>

Al ejecutar este comando, todos los paquetes instalados mediante conda o pip se instalan en el 
entorno. Para obtener más información acerca de la instalación o actualización de paquetes, consulte
Personalizar el entorno.

Utilizar un entorno conda
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Para usar sus nuevos entornos conda con cuadernosipykernel, asegúrese de que el paquete esté 
instalado en el entorno.

conda install ipykernel

Una vez instalado el paquete ipykernel en el entorno, puede seleccionar el entorno como kernel 
de su cuaderno.

Puede que tenga que reiniciar JupyterLab para ver el entorno disponible como kernel. Para ello, elija
Amazon SageMaker Studio Lab en el menú superior de Studio Lab y seleccione Restart JupyterLab... 
(Reiniciar JupyterLab).

Al crear un cuaderno nuevo desde el lanzador de Studio Lab, tendrá la opción de elegir el kernel en
Notebook (Bloc de notas). Para obtener información general de la interfaz de Studio Lab, consulte
Descripción general de IU de Amazon SageMaker Studio Lab.

Cuando está abierto un cuaderno de Jupyter, puede elegir el kernel. Para ello, selecciona Kernel en 
el menú superior y seleccione Change Kernel… Cambiar kernel).

Uso de ejemplos de entornos de Studio Lab

Studio Lab proporciona ejemplos de entornos personalizados a través del repositorio de ejemplos de 
SageMaker Studio Lab. A continuación, se muestra cómo clonar y crear estos entornos.

1. Clone el repositorio de GitHub de Sagemaker Studio Lab Examples siguiendo las instrucciones 
de Usar recursos de GitHub.

2. En Studio Lab, seleccione el icono del explorador de archivos

( ) 
en el menú de la izquierda para que el panel del Explorador de archivos aparezca a la izquierda.

3. En el explorador de archivos, diríjase al directorio studio-lab-examples/custom-
environments.

4. Abra el directorio del entorno que desee compilar.

5. Haga clic con el botón secundario en el archivo .yml de la carpeta y, a continuación, seleccione
Build conda Environment (Compilar entorno conda).

6. Ahora puede usar el entorno como kernel una vez que su entorno conda haya terminado de 
compilarse. Para obtener instrucciones sobre cómo utilizar un entorno existente como kernel, 
consulte Crear, activar y usar nuevos entornos conda
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Personalizar el entorno

Puede personalizar su entorno instalando y quitando extensiones y paquetes según sea necesario. 
Studio Lab incluye entornos con paquetes preinstalados, y el uso de un entorno existente puede 
ahorrarle tiempo y memoria, ya que los paquetes preinstalados no se descuentan de la memoria 
disponible de Studio Lab. Para obtener más información sobre los entornos de Studio Lab 
preinstalados disponibles, consulte Entornos preinstalados de Studio Lab.

Todas las extensiones y paquetes instalados en su entorno default permanecerán en su proyecto, 
por lo que no necesitará instalar los paquetes en cada sesión de ejecución del proyecto. Sin 
embargo, las extensiones y los paquetes instalados en su entorno sagemaker-distribution no 
se conservarán, por lo que tendrá que instalar nuevos paquetes durante la próxima sesión. Por tanto, 
se recomienda encarecidamente instalar los paquetes en su cuaderno para asegurarse de que se 
instalan en el entorno previsto.

Para ver sus entornos, ejecute el comandoconda env list.

Para activar el entorno, ejecute el comandoconda activate <ENVIRONMENT_NAME>.

Para ver los paquetes en un entorno, ejecute el comandoconda list.

Instalar paquetes

Se recomienda encarecidamente instalar los paquetes en su cuaderno de Jupyter para asegurarse 
de que los paquetes se instalan en el entorno previsto. Para instalar paquetes adicionales en su 
entorno desde un cuaderno de Jupyter, ejecute uno de los siguientes comandos en una celda de su 
cuaderno de Jupyter. Estos comandos instalan los paquetes en el entorno actualmente activado.

• %conda install <PACKAGE>

• %pip install <PACKAGE>

No recomendamos usar los comandos !pip o !conda porque pueden comportarse de forma 
inesperada cuando hay varios entornos.

Tras instalar los paquetes nuevos en su entorno, es posible que tenga que reiniciar el kernel para 
asegurarse de que los paquetes funcionan en su cuaderno. Para ello, elija Amazon SageMaker 
Studio Lab en el menú superior de Studio Lab y seleccione Restart JupyterLab... (Reiniciar 
JupyterLab).

Eliminar paquetes
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Para eliminar un paquete, ejecute el comando

%conda remove <PACKAGE_NAME>

Este comando también eliminará cualquier paquete del que dependa<PACKAGE_NAME>, a menos 
que se pueda encontrar un reemplazo sin esa dependencia.

Para eliminar todos los paquetes de un entorno, ejecute el comando

conda deactivate
&& conda env remove --name
<ENVIRONMENT_NAME>

Actualizar Studio Lab

Para actualizar Studio Lab, elimine todos los entornos y archivos.

1. Genere una lista de todos los entornos conda.

conda env list

2. Active el entorno base.

conda activate base

3. Elimine todos los entornos de la lista de entornos conda, además del entorno base.

conda remove --name <ENVIRONMENT_NAME> --all

4. Elimine todos los archivos de su Studio Lab.

rm -rf *.*

Utilice recursos externos en Amazon SageMaker Studio Lab

Con Amazon SageMaker Studio Lab, puede integrar recursos externos, como datos y cuadernos de 
Jupyter, de los repositorios de Git y Amazon S3. También puedes añadir un botón Open in Studio 
Lab (Abrir en Studio Lab) a su repositorio y cuadernos de GitHub. Este botón le permite clonar sus 
cuadernos directamente desde Studio Lab.
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En los siguientes temas se muestra cómo integrar recursos externos.

Temas

• Usar recursos de GitHub

• Añada el botón Open in Studio Lab (Abrir en Studio Lab) a su cuaderno

• Importar archivos desde el ordenador

• Conectar a Amazon S3

Usar recursos de GitHub

Studio Lab ofrece integración con GitHub. Con esta integración, puede clonar cuadernos y 
repositorios directamente en su proyecto de Studio Lab.

En los siguientes temas se proporciona información sobre cómo usar los recursos de GitHub con 
Studio Lab.

Cuadernos de ejemplo de Studio Lab

Para empezar con un repositorio de cuadernos de ejemplo diseñados para Studio Lab, consulte
Cuadernos de ejemplo de Studio Lab.

Este repositorio proporciona cuadernos para los siguientes casos de uso y otros.

• Visión artificial

• Conectarse a AWS

• Creación de entornos personalizados

• Análisis de datos geoespaciales

• Procesamiento de lenguaje natural

• Uso de R

Clonar un repositorio de GitHub

Para clonar un repositorio de GitHub en su proyecto de Studio Lab, siga estos pasos.

1. Inicie el tiempo de ejecución de su proyecto de Studio Lab. Para obtener más información sobre 
cómo iniciar el tiempo de ejecución de proyectos de Studio Lab, consulte Iniciar el tiempo de 
ejecución del proyecto.
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2. En Studio Lab, seleccione el icono del Explorador de archivos

( ) 
en el menú de la izquierda para que el panel del Explorador de archivos aparezca a la izquierda.

3. Diríjase hasta su directorio de usuarios seleccionando el icono de archivo situado debajo de la 
barra de búsqueda de archivos.

4. Seleccione el icono de Git

( ) 
en el menú de la izquierda para abrir un nuevo menú desplegable.

5. Seleccione Clonar un repositorio.

6. Pegue la URL del repositorio en Git repository URL (.git) (URL del repositorio de Git (.git)).

7. Seleccione Clone (Clonar).

Clonar cuadernos individuales desde GitHub

Para abrir un cuaderno en Studio Lab, debe tener acceso al repositorio en el que se encuentre. En 
los siguientes ejemplos se describe el comportamiento de Studio Lab en relacióin con los permisos 
en diversas situaciones.

• Si un repositorio es público, puede clonar automáticamente el cuaderno en su proyecto desde la 
página de vista previa de Studio Lab.

• Si un repositorio es privado, se le solicitará que inicie sesión en GitHub desde la página de vista 
previa de Studio Lab. Si tiene acceso a un repositorio privado, puede clonar el cuaderno en su 
proyecto.

• Si no tiene acceso a un repositorio privado, no puede clonar el cuaderno desde la página de vista 
previa de Studio Lab.

En las siguientes secciones, se muestran dos opciones para copiar un cuaderno de GitHub en su 
proyecto de Studio Lab. Estas opciones dependen de si el cuaderno tiene un botón Open in Studio 
Lab (Abrir en Studio Lab).

Opción 1: Copiar el cuaderno con el botón Open in Studio Lab (Abrir en Studio Lab)

En el siguiente procedimiento se muestra cómo copiar un cuaderno que tiene el botón Open in Studio 
Lab (Abrir en Studio Lab). Si desea añadir este botón a su cuaderno, consulte Añada el botón Open 
in Studio Lab (Abrir en Studio Lab) a su cuaderno.
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1. Inicie sesión en Studio Lab siguiendo los pasos que se indican en Iniciar sesión en Studio Lab.

2. En una nueva pestaña del navegador, vaya al cuaderno de GitHub que desee clonar.

3. En el cuaderno, seleccione el botón Open in Studio Lab (Abrir en Studio Lab) para abrir una 
nueva página en Studio Lab con una vista previa del cuaderno.

4. Si el tiempo de ejecución del proyecto aún no está en ejecución, inícielo pulsando el botón Start 
runtime (Iniciar tiempo de ejecución) en la parte superior de la página de vista previa. Espere a 
que se inicie el tiempo de ejecución antes de proceder al siguiente paso.

5. Una vez iniciado el tiempo de ejecución del proyecto, seleccione Copy to project (Copiar al 
proyecto) para abrir el tiempo de ejecución del proyecto en una nueva pestaña del navegador.

6. En el cuadro de diálogo Copy from GitHub? (¿Copia de GitHub?), seleccione Copy notebook 
only (Copiar solo cuaderno). Esto copia el archivo del cuaderno en su proyecto.

Opción 2: Clonar cualquier cuaderno de GitHub

En el siguiente procedimiento se muestra cómo copiar cualquier cuaderno desde GitHub.

1. Diríjase hasta el cuaderno en GitHub.

2. En la barra de direcciones del navegador, modifique la URL del cuaderno de la siguiente 
manera.

# Original URL
https://github.com/<PATH_TO_NOTEBOOK>

# Modified URL 
https://studiolab.sagemaker.aws/import/github/<PATH_TO_NOTEBOOK>

3. Vaya a la URL modificada. Esto abre una vista previa del cuaderno en Studio Lab.

4. Si el tiempo de ejecución del proyecto aún no está en ejecución, inícielo pulsando el botón Start 
runtime (Iniciar tiempo de ejecución) en la parte superior de la página de vista previa. Espere a 
que se inicie el tiempo de ejecución antes de proceder al siguiente paso.

5. Una vez iniciado el tiempo de ejecución del proyecto, seleccione Copy to project (Copiar al 
proyecto) para abrir el tiempo de ejecución del proyecto en una nueva pestaña del navegador.

6. ¿En el cuadro de diálogo Copy from GitHub? ¿Copiar desde GitHub?), seleccione Copy 
notebook only (Copiar solo cuaderno) para copiar el archivo del cuaderno en su proyecto.
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Añada el botón Open in Studio Lab (Abrir en Studio Lab) a su cuaderno

Al añadir el botón Open in Studio Lab (Abrir en Studio Lab) en sus cuadernos, otras personas podrán 
clonar sus libretas o repositorios directamente en sus proyectos de Studio Lab. Si comparte su 
cuaderno en un repositorio público de GitHub, su contenido se podrá leer públicamente. No comparta 
en su cuaderno contenido privado, como claves de acceso de AWS o credenciales de AWS Identity 
and Access Management.

Para añadir el botón funcional Open in Studio Lab (Abrir en Studio Lab) a su repositorio o cuaderno 
de Jupyter, añada la siguiente anotación en la parte superior de su cuaderno o repositorio.

[![Open In SageMaker Studio Lab](https://studiolab.sagemaker.aws/studiolab.svg)]
(https://studiolab.sagemaker.aws/import/github/<PATH_TO_YOUR_NOTEBOOK_ON_GITHUB>)

Importar archivos desde el ordenador

En los siguientes pasos se muestra cómo importar archivos desde el ordenador a un proyecto de 
Studio Lab. 

1. Abra el tiempo de ejecución del proyecto de Studio Lab.

2. Abra el panel del Explorador de archivos.

3. En la barra de acciones del panel del Explorador de archivos, seleccione el botón Upload Files 
(Cargar archivos).

4. Seleccione los archivos que desea cargar desde el equipo local.

5. Seleccione Open (Abrir).

Como alternativa, puede arrastrar y soltar archivos desde el ordenador al panel del Explorador de 
archivos.

Conectar a Amazon S3

La AWS CLI permite la integración de AWS en su proyecto de Studio Lab. Con esta integración, 
puede extraer recursos de Amazon S3 para usarlos con sus cuadernos Jupyter.

Para usar AWS CLI con Studio Lab, complete los siguientes pasos. Para ver un cuaderno en el que 
se describe esta integración, consulte Uso de Studio Lab con recursos de AWS.

1. Realice la AWS CLI siguiendo los pasos que se describen en Instalación o actualización de la 
versión más reciente de AWS CLI.
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2. Configure sus credenciales de AWS siguiendo los pasos de Configuración rápida. El rol de su 
cuenta de AWS debe tener permisos para acceder al bucket de Amazon S3 desde el que esté 
copiando los datos.

3. Desde el cuaderno de Jupyter, clone los recursos del bucket de Amazon S3, según sea 
necesario. El siguiente comando muestra cómo clonar todos los recursos de una ruta de 
Amazon S3 a su proyecto. Para obtener más información, consulte Referencia de comandos de 
la AWS CLI.

!aws s3 cp s3://<BUCKET_NAME>/<PATH_TO_RESOURCES>/ <PROJECT_DESTINATION_PATH>/ --
recursive

Obtener diferencias entre cuadernos

Puede mostrar la diferencia entre el cuaderno actual y el último punto de comprobación o la última 
confirmación de Git con la interfaz de usuario de proyecto de Amazon SageMaker Studio Lab.

Temas

• Obtener la diferencia con el último punto de comprobación

• Obtener la diferencia con la última confirmación

Obtener la diferencia con el último punto de comprobación

Al crear un bloc de notas, se crea un archivo de punto de comprobación oculto que coincide 
con el bloc de notas creado. Puede ver los cambios entre el cuaderno y el archivo de punto de 
comprobación o revertir el cuaderno para que coincida con el archivo de punto de comprobación.

Para guardar la libreta de Studio Lab y actualizar el archivo de puntos de control 
para que coincida: seleccione el icono Guardar libreta y crear punto de control

( ). 
Se encuentra en el lado izquierdo del menú de Studio Lab. El método abreviado de teclado para
Guardar cuaderno y crear punto de control es Ctrl + s.

Para ver los cambios entre el cuaderno de Studio Lab y el archivo de punto 
de comprobación, elija el icono Diferencias con punto de comprobación

( ) 
en el centro del menú del cuaderno.
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Para revertir el cuaderno de Studio Lab al archivo de punto de comprobación: en el menú principal 
de Studio, elija File (Archivo) y, a continuación, Revert Notebook to Checkpoint (Revertir cuaderno al 
punto de comprobación).

Obtener la diferencia con la última confirmación

Si se abre un bloc de notas desde un repositorio de Git, puede ver la diferencia entre el bloc de notas 
y la última confirmación de Git.

Para ver los cambios en el cuaderno desde la última confirmación de Git, elija el icono Diferencia con 
Git

( ) 
en el centro del menú del cuaderno.

Exportación de un entorno de Amazon SageMaker Studio Lab a Amazon SageMaker 
Studio Classic

Amazon SageMaker Studio Classic ofrece muchas funciones para flujos de trabajo de aprendizaje 
automático y aprendizaje profundo que no están disponibles en Amazon SageMaker Studio Lab. En 
esta página, se muestra cómo migrar un entorno de Studio Lab a Studio Classic para aprovechar una 
mayor capacidad de procesamiento, almacenamiento y funciones. Sin embargo, es recomendable 
que te familiarices con los contenedores prediseñados de Studio Classic, que están optimizados para 
todo el proceso de MLOP. Para obtener más información, consulte Laboratorio Amazon SageMaker 
Studio

Para migrar tu entorno de Studio Lab a Studio Classic, primero debes incorporarlo a Studio Classic 
siguiendo los pasos que se indican. Descripción general SageMaker de Amazon Domain

Temas

• Paso 1: exporta tu entorno conda de Studio Lab

• Paso 2: Guarda tus artefactos de Studio Lab

• Paso 3: Importa tus artefactos de Studio Lab a Studio Classic

• Paso 4: Instala tus entornos conda de Studio Lab en Studio Classic
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Paso 1: exporta tu entorno conda de Studio Lab

Puede exportar un entorno conda y añadir bibliotecas o paquetes al entorno siguiendo los pasos que 
se indican en. Administrar el entorno El siguiente ejemplo muestra el uso del default entorno para 
exportarlo a Studio Classic.

1. Abre el terminal de Studio Lab abriendo el panel del explorador de archivos

( ), 
selecciona el signo más (+) en el menú de la parte superior del explorador de archivos para abrir 
el lanzador y, a continuación, selecciona Terminal. Desde la terminal de Studio Lab, haz una 
lista de los entornos de conda ejecutando lo siguiente.

conda env list

Este comando genera una lista de los entornos conda y sus ubicaciones en el sistema de 
archivos. Cuando te incorporas a Studio Lab, activas automáticamente el entorno studiolab
conda.

# conda environments: # 
           default                  /home/studio-lab-user/.conda/envs/default 
           studiolab             *  /home/studio-lab-user/.conda/envs/studiolab 
           studiolab-safemode       /opt/amazon/sagemaker/safemode-home/.conda/
envs/studiolab-safemode 
           base                     /opt/conda

Le recomendamos que no exporte los base entornos studiolabstudiolab-safemode, y. 
Estos entornos no se pueden utilizar en Studio Classic por las siguientes razones:

• studiolab: Esto configura el JupyterLab entorno de Studio Lab. Studio Lab ejecuta una 
versión principal JupyterLab distinta de la de Studio Classic, por lo que no se puede utilizar en 
Studio Classic.

• studiolab-safemode: Esto también configura el JupyterLab entorno de Studio Lab. Studio 
Lab ejecuta una versión principal JupyterLab distinta de la de Studio Classic, por lo que no se 
puede utilizar en Studio Classic.

• base: Este entorno viene con conda de forma predeterminada. El base entorno de Studio Lab 
y el base entorno de Studio Classic tienen versiones incompatibles de muchos paquetes.
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2. Para el entorno conda que desea migrar a Studio Classic, active primero el entorno conda. 
Luego, el default entorno cambia cuando se instalan o eliminan nuevas bibliotecas. Para 
obtener el estado exacto del entorno, expórtelo a un archivo YAML mediante la línea de 
comandos. Las siguientes líneas de comandos exportan el entorno predeterminado a un archivo 
YAML y crean un archivo llamado. myenv.yml

conda activate default
conda env export > ~/myenv.yml

Paso 2: Guarda tus artefactos de Studio Lab

Ahora que ha guardado el entorno en un archivo YAML, puede moverlo a cualquier plataforma.

Save to a local machine using Studio Lab GUI

Note

La descarga de un directorio desde la GUI de Studio Lab haciendo clic con el botón 
derecho en el directorio no está disponible actualmente. Si deseas exportar un directorio, 
sigue los pasos que aparecen en la pestaña Guardar en el repositorio de Git.

Una opción es guardar el entorno en su máquina local. Para ello, siga el procedimiento que se 
indica a continuación.

1. En Studio Lab, elija el icono del explorador de archivos

( ) 
en el menú de la izquierda para que el panel del explorador de archivos aparezca a la 
izquierda.

2. Navegue hasta su directorio de usuarios seleccionando el icono de archivo situado debajo de 
la barra de búsqueda de archivos.

3. Seleccione el myenv.yml archivo (haga clic con el botón derecho) y, a continuación, 
seleccione Descargar. Puede repetir este proceso para otros archivos que desee importar a 
Studio Classic.
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Save to a Git repository

Otra opción es guardar el entorno en un repositorio de Git. Esta opción GitHub se usa como 
ejemplo. Estos pasos requieren una GitHub cuenta y un repositorio. Para obtener más 
información, visite GitHub. El siguiente procedimiento muestra cómo sincronizar el contenido 
GitHub con el terminal Studio Lab.

1. Desde la terminal de Studio Lab, navega hasta tu directorio de usuarios y crea un nuevo 
directorio que contenga los archivos que deseas exportar.

cd ~
mkdir <NEW_DIRECTORY_NAME>

2. Después de crear un nuevo directorio, copia cualquier archivo o directorio al que quieras 
exportar<NEW_DIRECTORY_NAME>.

Copie un archivo con el siguiente formato de código:

cp <FILE_NAME> <NEW_DIRECTORY_NAME>

Por ejemplo, <FILE_NAME> sustitúyalo pormyenv.yml.

Copie cualquier directorio con el siguiente formato de código:

cp -r <DIRECTORY_NAME> <NEW_DIRECTORY_NAME>

Por ejemplo, <DIRECTORY_NAME> sustitúyalo por cualquier nombre de directorio del 
directorio de usuarios.

3. Navegue hasta el nuevo directorio e inicialice el directorio como un repositorio de Git 
mediante el siguiente comando. Para obtener más información, consulta la documentación 
de git-init.

cd <NEW_DIRECTORY_NAME>
git init

4. Con Git, añade todos los archivos relevantes y, a continuación, confirma los cambios.

git add .
git commit -m "<COMMIT_MESSAGE>"
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Por ejemplo, sustituya <COMMIT_MESSAGE> porAdd Amazon SageMaker Studio Lab 
artifacts to GitHub repository to migrate to Amazon SageMaker Studio 
Classic .

5. Envía la confirmación a tu repositorio remoto. Este repositorio tiene el formato
https://github.com/<GITHUB_USERNAME>/ <REPOSITORY_NAME>.git donde
<GITHUB_USERNAME> es tu nombre GitHub de usuario y el <REPOSITORY_NAME> nombre 
de tu repositorio remoto. Crea una rama <BRANCH_NAME> para enviar el contenido al GitHub 
repositorio.

git branch -M <BRANCH_NAME>
git remote add origin https://github.com/<GITHUB_USERNAME>/<REPOSITORY_NAME>.git
git push -u origin <BRANCH_NAME>

Paso 3: Importa tus artefactos de Studio Lab a Studio Classic

El siguiente procedimiento muestra cómo importar artefactos a Studio Classic. Las instrucciones para 
usar Feature Store a través de la consola dependen de si ha activado Studio o Studio Classic como 
experiencia predeterminada. Para obtener información sobre cómo acceder a Studio Classic a través 
de la consola, consulteAbre Studio Classic si Studio es tu experiencia predeterminada.

Desde Studio Classic, puedes importar archivos desde tu máquina local o desde un repositorio de 
Git. Puede hacerlo mediante la interfaz gráfica de usuario o el terminal de Studio Classic. El siguiente 
procedimiento utiliza los ejemplos dePaso 2: Guarda tus artefactos de Studio Lab.

Import using the Studio Classic GUI

Si guardó los archivos en su máquina local, puede importarlos a Studio Classic siguiendo estos 
pasos.

1. Abra el panel Explorador de archivos

( ) 
en la parte superior izquierda de Studio Classic.

2. Seleccione el icono Cargar archivos

( ) 
en el menú de la parte superior del panel del explorador de archivos.

3. Navega hasta el archivo que deseas importar y selecciona Abrir.
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Note

Para importar un directorio a Studio Classic, primero comprima el directorio de su 
máquina local en un archivo. En un Mac, haga clic con el botón derecho en el directorio 
y seleccione Comprimir "»<DIRECTORY_NAME>. En Windows, haga clic con el botón 
derecho en el directorio, seleccione Enviar a y, a continuación, elija Carpeta comprimida 
(comprimida). Una vez comprimido el directorio, importe el archivo comprimido siguiendo 
los pasos anteriores. Descomprima el archivo comprimido navegando hasta la terminal de 
Studio Classic y ejecutando el comando. <DIRECTORY_NAME>.zip

Import using a Git repository

En este ejemplo, se proporcionan dos opciones para clonar un GitHub repositorio 
en Studio Classic. Para usar la GUI de Studio Classic, seleccione la pestaña Git

( ) 
en la parte izquierda de Studio Classic. Selecciona Clonar un repositorio y, a continuación, pega 
la URL de tu GitHub repositorioPaso 2: Guarda tus artefactos de Studio Lab. Otra opción es usar 
el terminal Studio Classic mediante el siguiente procedimiento.

1. Abra el lanzador Studio Classic. Para obtener más información sobre cómo abrir el Launcher, 
consulte Amazon SageMaker Studio Classic Launcher.

2. En el lanzador, en la sección Cuadernos y recursos informáticos, selecciona Cambiar 
entorno.

3. En Studio Classic, abre el lanzador. Para abrir el lanzador, selecciona Amazon SageMaker 
Studio Classic en la esquina superior izquierda de Studio Classic.

Para obtener más información sobre todas las formas disponibles de abrir el lanzador, 
consulte. Usa el Amazon SageMaker Studio Classic Launcher

4. En el cuadro de diálogo Cambiar entorno, utilice la lista desplegable Imagen para seleccionar 
la imagen de Data Science y elija Seleccionar. Esta imagen viene con conda preinstalado.

5. En el lanzador Studio Classic, selecciona Abrir terminal de imágenes.

6. Desde la terminal de imágenes, ejecute el siguiente comando para clonar el repositorio. Este 
comando crea un directorio con el nombre <REPOSITORY_NAME> de tu instancia de Studio 
Classic y clona tus artefactos en ese repositorio.
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git clone https://github.com/<GITHUB_USERNAME>/<REPOSITORY_NAME>.git

Paso 4: Instala tus entornos conda de Studio Lab en Studio Classic

Ahora puede recrear su entorno conda mediante el archivo YAML de su instancia de Studio Classic.
Abre el lanzador Studio Classic. Para obtener más información sobre cómo abrir el Launcher, 
consulte Amazon SageMaker Studio Classic Launcher. En el lanzador, selecciona Abrir terminal 
de imágenes. En la terminal, navega hasta el directorio que contiene el archivo YAML y ejecuta los 
siguientes comandos.

conda env create --file <ENVIRONMENT_NAME>.yml
conda activate <ENVIRONMENT_NAME>

Una vez completados estos comandos, puede seleccionar su entorno como núcleo para las 
instancias de su notebook Studio Classic. Para ver el entorno disponible, ejecuteconda env list. 
Para activar el entorno, ejecuteconda activate <ENVIRONMENT_NAME>.

Cerrar recursos

En esta guía, aprenderá a cerrar recursos individuales, incluidos cuadernos, terminales y kernels. 
También puede cerrar todos los recursos de una de estas categorías al mismo tiempo.

Temas

• Cerrar un cuaderno abierto

• Cerrar recursos

Cerrar un cuaderno abierto

Puede cerrar un cuaderno abierto el menú File (Archivo) de Amazon SageMaker Studio Lab o desde 
el panel de Running Terminals and Kernels (Ejecución de terminales y kernels).

Note

Cuando cierra un bloc de notas, se pierde la información no guardada en el bloc de notas. El 
bloc de notas no se elimina.
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Para apagar un bloc de notas abierto desde el menú Archivo

1. Guarde el contenido del cuaderno seleccionando el icono

isco situado a la izquierda del menú del cuaderno.

2. Elija File (Archivo) y, a continuación, Close and Shutdown Notebook (Cerrar y apagar el 
cuaderno).

3. Seleccione OK (Aceptar).

Cerrar recursos

En la barra lateral izquierda de Studio Lab, encontrará el panel y el icono en Ejecución de terminales 
y kernels.

El panel de Ejecución de terminales y kernels consta de cuatro secciones. Cada sección muestra 
todos los recursos de ese tipo. Puede cerrar cada recurso individualmente o cerrar todos los recursos 
de una sección de forma simultánea.

Cuando cierra todos los recursos de una sección, se produce lo siguiente:

• KERNELS: todos los kernes, cuadernos y consolas se cierran.

• TERMINALES: todos los terminales se cierran.

Para cerrar recursos

1. En la barra lateral izquierda, elija el icono Terminales y kernels en ejecución (

).

2. Haga una de estas dos operaciones:

• Para cerrar un recurso específico, elija CERRAR en la misma fila que el recurso.

• Para cerrar todos los recursos de una sección, elija Shut Down All, que se encuentra a la 
derecha de la etiqueta de sección. Cuando aparezca un cuadro de diálogo de confirmación,
seleccione Shut down all (Cerrar todo) para continuar.
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Solución de problemas

En la guía se muestran los errores más comunes que pueden producirse al utilizar Amazon 
SageMaker Studio Lab. Cada error contiene una descripción, así como una solución al error.

Note

No puedes compartir tu contraseña con varios usuarios ni usar Studio Lab para minar 
criptomonedas. No recomendamos usar Studio Lab para tareas de producción debido a los 
límites de tiempo de ejecución.

¿No se puede acceder a la cuenta

Si no puedes acceder a tu cuenta, comprueba que estás utilizando el correo electrónico y la 
contraseña correctos. Si has olvidado tu contraseña, sigue estos pasos para restablecerla. Si 
sigues sin poder acceder a tu cuenta, debes solicitar y registrar una nueva cuenta siguiendo las 
instrucciones que se indican en este documentoIntegrado en Amazon SageMaker Studio Lab.

¿Has olvidado tu contraseña

Si olvida su contraseña, debe restablecerla siguiendo estos pasos.

1. Ve a la página de inicio de Studio Lab.

2. Selecciona Iniciar sesión.

3. Selecciona ¿Has olvidado tu contraseña? para abrir una página nueva.

4. Introduce la dirección de correo electrónico que utilizaste para abrir una cuenta.

5. Selecciona Enviar enlace para restablecer la contraseña para enviar un correo electrónico con 
un enlace para restablecer la contraseña.

6. En el correo electrónico de restablecimiento de la contraseña, selecciona Restablecer la 
contraseña.

7. Introduce tu nueva contraseña.

8. Seleccione Enviar.

No se puede iniciar el tiempo de ejecución del proyecto
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Si el motor de ejecución del proyecto de Studio Lab no se inicia, inténtelo de nuevo. Si esto no 
funciona, cambia el tipo de instancia de CPU a GPU (o al revés). Para obtener más información, 
consulte Cambie el tipo de computación.

El tiempo de ejecución se detuvo inesperadamente

Si hay algún problema con el entorno utilizado para ejecutarse JupyterLab, Studio Lab volverá a 
crear el entorno automáticamente. Studio Lab no admite la activación manual de este proceso.

Versiones conflictivas

Como puede añadir paquetes y modificar el entorno según sea necesario, es posible que surjan 
conflictos entre los paquetes de su entorno. Si hay conflictos entre los paquetes de su entorno, debe 
eliminar el paquete conflictivo.

La creación del entorno falla

Al crear un entorno a partir de un archivo YAML, un conflicto entre la versión del paquete o un 
problema con el archivo pueden provocar un error en la compilación. Para resolver este problema, 
elimina el entorno ejecutando el siguiente comando. Haga esto antes de intentar volver a crearlo.

conda remove --name <YOUR_ENVIRONMENT> --all

Mensaje de error sobre la posibilidad de descargar el script desde el dominio *.awswaf.com

Studio Classic utiliza el servicio de firewall de aplicaciones web AWS WAF para proteger sus 
recursos, que utiliza. JavaScript Si está utilizando un complemento de seguridad del navegador 
que JavaScript impide la descarga, es posible que aparezca este error. Para usar Studio Classic, 
permita la JavaScript descarga desde *.awswaf.com como dominio de confianza. Para obtener más 
información al respectoAWS WAF, consulte AWS WAFdesde, y. AWS WAF AWS Firewall Manager 
AWS Shield Advanced Guía para desarrolladores.

El espacio en disco está lleno

Si te aparece una notificación que indica que el espacio en disco está lleno o que se ha producido 
un error al cargar <FILE_NAME>el archivo al intentar abrir un archivo, puedes eliminar archivos, 
directorios, bibliotecas o entornos para aumentar el espacio. Para obtener más información sobre la 
administración de las bibliotecas y los entornos, consulteAdministrar el entorno.

El tiempo de ejecución del proyecto está en modo seguro (notificación)
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Si recibes una notificación que indica que el tiempo de ejecución del proyecto está en modo seguro, 
debes liberar espacio en el disco para volver a utilizar el tiempo de ejecución del proyecto de Studio 
Lab. Siga las instrucciones del elemento de solución de problemas anterior (El espacio en disco está 
lleno). Una vez que se hayan liberado al menos 500 MB de espacio, puede reiniciar el tiempo de 
ejecución del proyecto para usar Studio Lab. Para ello, selecciona Amazon SageMaker Studio Lab
en el menú superior de Studio Lab y selecciona Reiniciar JupyterLab... .

git: no se puede importar cv2

Si se produce un error al importar cv2 después de la instalaciónopencv-python, debe desinstalar
opencv-python e instalar de la opencv-python-headless siguiente manera.

%pip uninstall opencv-python --yes
%pip install opencv-python-headless

A continuación, puede importar cv2 según lo previsto.

Studio Lab deja de responder al abrir archivos de gran tamaño

Es posible que el IDE de Studio Lab no se procese cuando se abren archivos de gran tamaño y, por 
lo tanto, se bloquea el acceso a los recursos de Studio Lab. Para resolver este problema, restablezca 
el espacio de trabajo de Studio Lab mediante el siguiente procedimiento.

1. Después de abrir el IDE, copie la URL en la barra de direcciones de su navegador. Esta URL 
debe estar en el https://xxxxxx.studio.us-east-2.sagemaker.aws/studiolab/
default/jupyter/lab formato. Cierre la pestaña.

2. En una pestaña nueva, pega la URL y elimina todo lo que haya quedado despuéshttps://
xxxxxx.studio.us-east-2.sagemaker.aws/studiolab/default/jupyter/lab.

3. Añádelo ?reset al final de la URL para que tenga el https://xxxxxx.studio.us-
east-2.sagemaker.aws/studiolab/default/jupyter/lab?reset formato.

4. Vaya a la URL actualizada. Esto restablece el estado de la interfaz de usuario guardada y hace 
que el IDE de Studio Lab sea responsivo.

Amazon SageMaker Lienzo

Amazon SageMaker Canvas le permite utilizar el aprendizaje automático para generar predicciones 
sin necesidad de escribir ningún código. A continuación, se muestran algunos casos de uso en los 
que puede utilizar SageMaker Canvas:
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• Predicción del abandono de clientes

• Planificar el inventario de manera eficiente

• Optimizar los precios y los ingresos

• Mejorar las entregas puntuales

• Clasificar el texto o las imágenes en función de categorías personalizadas

• Identificar los objetos y el texto de las imágenes

• Extraer información de los documentos

Con Canvas, puede chatear con modelos de lenguaje grande (LLM) populares, acceder a eady-to-
use modelos R o crear un modelo personalizado basado en sus datos.

El chat de Canvas es una funcionalidad que aprovecha el código abierto y los LLM de Amazon para 
ayudarle a aumentar su productividad. Puede solicitar a los modelos que obtengan ayuda con tareas 
como generar contenido, resumir o categorizar documentos y responder preguntas. Para obtener 
más información, consulte Uso de la IA generativa con los modelos fundacionales.

eady-to-use Los modelos R de Canvas pueden extraer información de sus datos para una variedad 
de casos de uso. No es necesario crear un modelo para usar los eady-to-use modelos R porque 
funcionan con los servicios de IA de Amazon, incluidos Amazon Rekognition, Amazon Textract y 
Amazon Comprehend. Solo tiene que importar sus datos y empezar a utilizar una solución para 
generar predicciones.

Si desea un modelo que esté personalizado para su caso de uso y entrenado con sus datos, puede
crear un modelo. Puede obtener predicciones personalizadas para sus datos por medio de uno de 
los siguientes procedimientos:

1. Importación de los datos de una o más fuentes de datos.

2. Creación de un modelo predictivo.

3. Evaluación del desempeño del modelo.

4. Generación de predicciones con el modelo.

Canvas admite los siguientes tipos de modelos personalizados:

• Predicción numérica (también conocida como regresión)

• Predicción categórica para 2, 3 o más categorías (también conocida como clasificación binaria y
multiclase)
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• Previsión de serie temporal

• Predicción de imágenes de etiqueta única (también conocida como clasificación de imágenes)

• Predicción de texto multicategoría (también conocida como clasificación de texto multiclase)

También puedes llevar tus propios modelos a Canvas desde Amazon SageMaker Studio Classic.

Para obtener más información sobre los precios, consulta la página de precios de SageMaker 
Canvas. También puede consultar Gestione la facturación y los costes en Canvas SageMaker  para 
obtener más información.

SageMaker Actualmente, Canvas está disponible en las siguientes regiones:

• US East (Ohio)

• Este de EE. UU. (Norte de Virginia)

• Oeste de EE. UU. (Norte de California)

• Oeste de EE. UU. (Oregón)

• Asia-Pacífico (Bombay)

• Asia-Pacífico (Seúl)

• Asia-Pacífico (Singapur)

• Asia-Pacífico (Sídney)

• Asia-Pacífico (Tokio)

• Canadá (Centro)

• Europa (Fráncfort)

• Europa (Irlanda)

• Europa (Londres)

• Europa (París)

• Europa (Estocolmo)

• América del Sur (São Paulo)

Temas

• ¿Es la primera vez que utiliza SageMaker Canvas?

• Cómo empezar a usar Amazon SageMaker Canvas

• Configuración y administración de Amazon SageMaker Canvas (para administradores de TI)
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• Importación de datos a Canvas.

• Preparación de los datos

• Uso de la IA generativa con los modelos fundacionales

• Usa eady-to-use modelos R

• Uso de modelos personalizados

• Cerrar sesión en Amazon SageMaker Canvas

• Limitaciones y solución de problemas

• Gestione la facturación y los costes en Canvas SageMaker

¿Es la primera vez que utiliza SageMaker Canvas?

Si es la primera vez que utiliza SageMaker Canvas, le recomendamos que comience leyendo las 
siguientes secciones:

• Para administradores de TI - Configuración y administración de Amazon SageMaker Canvas (para 
administradores de TI)

• Para analistas y usuarios individuales - Cómo empezar a usar Amazon SageMaker Canvas

Cómo empezar a usar Amazon SageMaker Canvas

Esta guía le indica cómo empezar a usar SageMaker Canvas. Si es administrador de TI y desea 
obtener información más detallada, consulte Configuración y administración de Amazon SageMaker 
Canvas (para administradores de TI) Cómo configurar SageMaker Canvas para sus usuarios.

Temas

• Requisitos previos para configurar Amazon Canvas SageMaker

• Paso 1: Inicie sesión en Canvas SageMaker

• Paso 2: Usa SageMaker Canvas para obtener predicciones

Requisitos previos para configurar Amazon Canvas SageMaker

Para configurar una aplicación de SageMaker Canvas, primero debes incorporarla a Amazon 
SageMaker Domain, que es compatible con los distintos entornos de aprendizaje automático (ML), 
como Canvas y SageMaker Studio.
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La siguiente sección describe cómo configurar un SageMaker dominio de Amazon y concederse 
permisos de Canvas.

Important

Para configurar Amazon SageMaker Canvas, tu versión de Amazon SageMaker Studio 
debe ser la 3.19.0 o posterior. Para obtener información sobre la actualización de Amazon 
SageMaker Studio, consulteCierre y actualice SageMaker Studio Classic.

Incorporación al dominio

Para configurar su dominio, consulte primero Descripción general SageMaker de Amazon Domain
para obtener más información sobre los dominios.

Luego, cuando estés listo para configurar tu dominio, elige uno de los siguientes métodos de 
configuración:

1. (Rápido)Incorporación rápida a Amazon SageMaker Domain: elige esta opción si quieres 
configurar tu dominio rápidamente. Esto le otorga a su usuario todos los permisos 
predeterminados de Canvas y todas las funciones básicas. Cualquier función adicional, como la
consulta de documentos, puede habilitarla más adelante por un administrador. Si desea configurar 
permisos más detallados, le recomendamos que elija la opción 2 o 3.

2. (Avanzado)Incorporación personalizada a Amazon SageMaker Domain mediante IAM Identity 
Center: elige esta opción si quieres completar una configuración más avanzada de tu dominio. 
Para utilizar el método del centro de identidad de IAM, debe formar parte de una organización 
enAWS Organizations.

3. (Avanzado)Incorporación personalizada a Amazon SageMaker Domain mediante IAM: elija 
esta opción si desea completar una configuración más avanzada de su dominio y no necesita la 
configuración organizativa del Centro de identidades de IAM.

Si está realizando la configuración rápida (opción 1 de la lista anterior), puede saltarse el resto de 
esta sección y continuar conPaso 1: Inicie sesión en Canvas SageMaker .

Si está realizando la configuración avanzada (opciones 2 o 3), puede especificar las funciones de 
Canvas a las que desea conceder acceso a sus usuarios. Utilice el resto de esta sección mientras 
completa la configuración avanzada del dominio para ayudarle a configurar los permisos específicos 
de Canvas.
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En las instrucciones de Incorporación personalizada a Amazon SageMaker Domain mediante 
IAM configuración Incorporación personalizada a Amazon SageMaker Domain mediante IAM 
Identity Center o en las del paso 2: Los usuarios y las actividades de aprendizaje automático, 
debe seleccionar los permisos de Canvas que desea conceder. En la sección de actividades de 
aprendizaje automático, puede seleccionar las siguientes políticas de permisos para conceder 
acceso a las funciones de Canvas. Solo puede seleccionar un total de 8 actividades de aprendizaje 
automático al configurar su dominio. Los dos primeros permisos de la siguiente lista son necesarios 
para usar Canvas, mientras que el resto son para funciones adicionales.

• Ejecutar aplicaciones de estudio: estos permisos son necesarios para iniciar la aplicación Canvas.

• Canvas Core Access: estos permisos le permiten acceder a la aplicación Canvas y a las funciones 
básicas de Canvas, como la creación de conjuntos de datos, el uso de transformaciones de datos 
básicas y la creación y el análisis de modelos.

• Preparación de datos en Canvas (opcional) (con tecnología de Data Wrangler): estos permisos le 
permiten crear flujos de datos y utilizar transformaciones avanzadas para preparar sus datos en 
Canvas. Estos permisos también son necesarios para crear trabajos de procesamiento de datos y 
cronogramas de trabajos de preparación de datos.

• (Opcional) Servicios de IA de Canvas: estos permisos le otorgan acceso a los eady-to-use 
modelos R, los modelos básicos y las funciones de chat con datos en Canvas.

• (Opcional) Acceso a Kendra: este permiso le otorga acceso a la función de consulta de
documentos, donde puede consultar los documentos almacenados en un índice de Amazon 
Kendra utilizando modelos de base en Canvas.

Si selecciona esta opción, en la sección Canvas Kendra Access, introduzca los ID de los índices 
de Amazon Kendra a los que quiere conceder acceso.

• (Opcional) Canvas MLOps: este permiso le otorga acceso a la función de implementación de 
modelos en Canvas, donde puede implementar modelos para usarlos en producción.

En la sección Paso 3: Aplicaciones de la configuración del dominio, elija Configurar Canvas y, a 
continuación, haga lo siguiente:

1. Para la configuración de almacenamiento de Canvas, especifique dónde quiere que Canvas 
almacene los datos de la aplicación, como los artefactos del modelo, las predicciones por 
lotes, los conjuntos de datos y los registros. SageMaker crea una Canvas/ carpeta dentro de 
este depósito para almacenar los datos. Para obtener más información, consulte Configurar el 
almacenamiento de Amazon S3. En esta sección, hará lo siguiente:
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a. Seleccione Administrado por el sistema si desea establecer la ubicación en el depósito 
SageMaker creado por defecto que sigue el patróns3://sagemaker-{Region}-{your-
account-id}.

b. Seleccione Personalizado S3 para especificar su propio bucket de Amazon S3 como 
ubicación de almacenamiento. A continuación, introduzca el URI de Amazon S3.

c. (Opcional) Para la Clave de cifrado, especifique una clave KMS para cifrar los artefactos de 
Canvas almacenados en la ubicación especificada.

2. (Opcional) Para la configuración de eady-to-use los modelos Canvas R, haga lo siguiente:

a. Deje activada la opción Habilitar eady-to-use modelos de Canvas R para dar a sus usuarios 
permisos para generar predicciones con eady-to-use modelos R en Canvas (está activada 
de forma predeterminada). Esta opción también le da permisos para chatear con modelos 
basados en IA generativa. Para obtener más información, consulte Uso de la IA generativa 
con los modelos fundacionales.

b. Deje activada la opción Habilitar la consulta de documentos con Amazon Kendra para 
conceder a sus usuarios permisos para utilizar modelos fundacionales para consultar 
documentos almacenados en un índice de Amazon Kendra. A continuación, en el menú 
desplegable, seleccione los índices existentes a los que quiere conceder acceso. Para 
obtener más información, consulte Uso de la IA generativa con los modelos fundacionales.

3. (Opcional) Para la sección de Configuración de permisos de ML Ops, haga lo siguiente:

a. Deje activada la opción Habilitar el despliegue directo de los modelos de Canvas para dar 
a sus usuarios permisos para implementar sus modelos desde Canvas en un SageMaker 
punto final. Para obtener más información sobre la implementación de modelos en Canvas, 
consulte Implementación de sus modelos en un punto de conexión.

b. Deje activada la opción Habilitar los permisos de registro de modelos para todos los 
usuarios para que sus usuarios puedan registrar su versión de modelo en el registro 
de SageMaker modelos (está activada de forma predeterminada). Para obtener más 
información, consulte Registre una versión del modelo en el registro de SageMaker 
modelos.

c. Si ha dejado activada la opción Habilitar los permisos de registro del Registro de Modelos 
para todos los usuarios, seleccione Registrar solo en el Registro de Modelos o Registrar y 
aprobar el modelo en el Registro de Modelos.

4. (Opcional) En la sección de configuración de carga de archivos locales, active la opción Habilitar 
la carga de archivos locales para que sus usuarios tengan permiso para cargar archivos 
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a Canvas desde sus máquinas locales. Al activar esta opción, se adjunta una política de 
intercambio de recursos entre orígenes (CORS) al bucket de Amazon S3 especificado en la
configuración de almacenamiento de Canvas (y anula cualquier política CORS existente). Para 
obtener más información sobre los permisos de carga de archivos locales, consulte. Concesión a 
sus usuarios de permisos para cargar sus archivos de forma local

5. (Opcional) Para la sección de configuración de OAuth, haga lo siguiente:

a. Seleccione Añadir configuración de OAuth.

b. En Fuente de datos, selecciona tu fuente de datos.

c. Para la configuración del secreto, selecciona Crear un secreto nuevo e introduce 
la información que tienes de tu proveedor de identidad. Si aún no has realizado la 
configuración inicial de OAuth con tu fuente de datos, consulta. Configuración de las 
conexiones a los orígenes de datos con OAuth

6. (Opcional) Para la configuración de previsión de series temporales, deja activada la opción
Habilitar la previsión de series temporales para que los usuarios tengan permiso para 
realizar previsiones de series temporales en SageMaker Canvas (está activada de forma 
predeterminada).

• Si ha dejado activada la opción Habilitar previsiones de serie temporal, seleccione Crear y 
utilizar un rol de ejecución nuevo, o seleccione Usar un rol de ejecución existente si ya tiene 
un rol de IAM con los permisos de Amazon Forecast necesarios asociados (para obtener 
más información, consulte el método de configuración con rol de IAM).

7. Termine de configurar el resto de los ajustes del dominio mediante los Incorporación 
personalizada a Amazon SageMaker Domain mediante IAM Identity Center procedimientos o.
Incorporación personalizada a Amazon SageMaker Domain mediante IAM

Note

Si tiene algún problema al conceder permisos a través de la consola, como permisos 
para eady-to-use modelos R, consulte el temaSolución de problemas relacionados con la 
concesión de permisos a través de la SageMaker consola.

Ahora debería tener un SageMaker dominio configurado y todos los permisos de Canvas 
configurados.
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Puede editar los permisos de Canvas para un dominio o un usuario específico después de la 
configuración inicial del dominio. La configuración de los usuarios individuales anula la configuración 
del dominio. Para obtener información sobre cómo ver o editar sus permisos de Canvas en la 
configuración del dominio, consulteVisualización y edición de dominios.

Concederse permisos para usar funciones específicas en Canvas

La siguiente información describe los distintos permisos que puede conceder a un usuario de Canvas 
para permitir el uso de diversas características y funcionalidades de Canvas. Algunos de estos 
permisos se pueden conceder durante la configuración del dominio, pero otros requieren permisos 
o configuración adicionales. Consulte la información de permisos específica de cada función que 
desee habilitar:

• Carga de archivos locales. Los permisos para la carga de archivos local están activados de forma 
predeterminada en los permisos básicos de Canvas al configurar su dominio. Si no puede cargar 
archivos locales de su máquina a SageMaker Canvas, puede adjuntar una política CORS al 
depósito de Amazon S3 que especificó en la configuración de almacenamiento de Canvas. Si 
se le permite SageMaker usar el depósito predeterminado, el depósito sigue el patrón s3://
sagemaker-{Region}-{your-account-id} de nomenclatura. Para obtener más información, 
consulte Concesión a sus usuarios de permisos para cargar archivos locales.

• Modelos personalizados de predicción de imágenes y textos. Los permisos para la carga local 
de archivos están activados de forma predeterminada en los permisos básicos de Canvas al 
configurar su dominio. Sin embargo, si tiene una configuración de IAM personalizada y no quiere 
adjuntar la AmazonSageMakerCanvasFullAccesspolítica a la función de ejecución de IAM de 
su usuario, debe concederle de forma explícita los permisos necesarios. Para obtener más 
información, consulte Concesión de permisos a sus usuarios para crear modelos personalizados 
de predicción de imágenes y textos.

• eady-to-use Modelos R y modelos de cimentación. Es posible que desee utilizar los eady-to-use 
modelos Canvas R para hacer predicciones para sus datos. Con los permisos de los eady-to-use 
modelos R, también puedes chatear con modelos generativos impulsados por IA. Los permisos 
están activados de forma predeterminada al configurar el dominio, o puede editar los permisos 
de un dominio que ya haya creado. La opción de permisos de eady-to-use modelos Canvas R 
añade la ServicesAccess política de AmazonSageMakerCanvasIA a su función de ejecución. Para 
obtener más información, consulte la Introducción sección de la documentación de eady-to-use los 
modelos R.

Para obtener más información sobre cómo comenzar a trabajar con los modelos fundacionales de 
IA generativa, consulte Uso de la IA generativa con los modelos fundacionales.
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• Ajuste con precisión los modelos de base. Si desea afinar los modelos básicos en Canvas, 
puede añadir los permisos al configurar su dominio o editar los permisos del dominio 
o del perfil de usuario después de crearlo. Debe añadir la ServicesAccess política de
AmazonSageMakerCanvasIA a la función de AWS IAM que eligió al configurar el perfil de usuario 
y también debe añadir una relación de confianza con Amazon Bedrock a la función. Para obtener 
instrucciones sobre cómo añadir estos permisos a su función de IAM, consulte. Otorgue a los 
usuarios permisos para ajustar con precisión los modelos básicos

• Previsión de serie temporal. Si quieres realizar previsiones a partir de datos de series temporales, 
puedes añadir permisos de previsión de series temporales al configurar tu dominio, o puedes 
editar los permisos de un dominio o perfil de usuario después de crear tu dominio. Los permisos 
necesarios son la política de AmazonSageMakerCanvasForecastAccess gestionada y una 
relación de confianza con Amazon Forecast con el rol de AWS IAM que eligió al configurar el 
perfil de usuario. Para obtener instrucciones sobre cómo agregar estos permisos a su rol de IAM, 
consulte Concesión a sus usuarios de permisos para realizar previsiones de serie temporal.

• Envía predicciones de lotes a Amazon QuickSight. Es posible que desees enviar predicciones por 
lotes, o conjuntos de datos de predicciones que generes a partir de un modelo personalizado, a 
Amazon QuickSight para su análisis. En QuickSight, puede crear y publicar paneles predictivos 
con los resultados de sus predicciones. Para obtener instrucciones sobre cómo añadir estos 
permisos a la función de IAM de su usuario de Canvas, consulte Conceder a sus usuarios 
permisos para enviar predicciones a Amazon QuickSight.

• Implemente modelos de Canvas en un SageMaker punto final. SageMakerEl alojamiento ofrece
puntos finales que puede utilizar para implementar su modelo y usarlo en producción. Puede 
implementar modelos creados en Canvas en un SageMaker punto final y luego hacer predicciones 
mediante programación en un entorno de producción. Para obtener más información, consulte
Implementación de sus modelos en un punto de conexión.

• Registro de versiones de modelos en el registro de modelos. Es posible que desee registrar las 
versiones de su modelo en el registro de SageMaker modelos, que es un repositorio para realizar 
un seguimiento del estado de las versiones actualizadas del modelo. Un científico de datos o un 
equipo de MLOps que trabaje en el registro de SageMaker modelos puede ver las versiones del 
modelo que haya creado y aprobarlas o rechazarlas. Luego, se puede implementar la versión 
de su modelo en producción o iniciar un flujo de trabajo automatizado. Los permisos de registro 
de modelos están activados de forma predeterminada para su dominio. Puede administrar los 
permisos en el nivel del perfil de usuario y conceder o eliminar permisos a usuarios específicos. 
Para obtener más información, consulte Registre una versión del modelo en el registro de 
SageMaker modelos.
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• Colaboración con científicos de datos. Si desea colaborar con los usuarios de Studio Classic 
y compartir modelos, debe añadir permisos adicionales a la función de AWS IAM que eligió al 
configurar el perfil de usuario. Para obtener instrucciones sobre cómo añadir la política al rol, 
consulte Conceder a los usuarios permisos para colaborar con Studio Classic.

• Importación de datos de Amazon Redshift Si desea importar datos de Amazon 
Redshift, debe concederse permisos adicionales. Debe agregar la política administrada
AmazonRedshiftFullAccess al rol de AWS IAM que eligió al configurar el perfil de usuario. 
Para obtener instrucciones sobre cómo agregar la política al rol, consulte Concesión a los usuarios 
de permisos para importar datos de Amazon Redshift.

Note

Los permisos necesarios para importar a través de otras fuentes de datos, 
como Amazon Athena y las plataformas SaaS, se incluyen en las políticas y.
AmazonSageMakerFullAccessAmazonSageMakerCanvasFullAccess Si ha seguido las 
instrucciones de configuración estándares, estas políticas ya deberían estar asociadas a su 
función de ejecución. Para obtener más información acerca de estos orígenes de datos y sus 
permisos, consulte Conexión con orígenes de datos.

Paso 1: Inicie sesión en Canvas SageMaker

Cuando se complete la configuración inicial, podrá acceder a SageMaker Canvas con cualquiera de 
los siguientes métodos, según su caso de uso:

• En la SageMaker consola, elija Canvas en el panel de navegación izquierdo. A continuación, en la 
página de Canvas, selecciona tu usuario en el menú desplegable e inicia la aplicación Canvas.

• Abra SageMaker Studio y, en la interfaz de Studio, vaya a la página de Canvas e inicie la 
aplicación Canvas.

• Utilice los métodos de SSO basados en SAML 2.0 de su organización, como Okta o el IAM Identity 
Center.

Cuando inicia sesión en SageMaker Canvas por primera vez, aparece un mensaje de bienvenida con 
enlaces rápidos que le ayudarán a empezar a utilizar las funciones principales de Canvas.
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Si cierra este mensaje, puede volver a visitarlo en cualquier momento pulsando el botón Ayuda del 
panel de navegación izquierdo de la aplicación.

Paso 2: Usa SageMaker Canvas para obtener predicciones

Después de iniciar sesión en Canvas, puede empezar a crear modelos y generar predicciones para 
sus datos.

Puede usar eady-to-use los modelos Canvas R para hacer predicciones sin crear un modelo, o 
puede crear un modelo personalizado para su problema empresarial específico. Revise la siguiente 
información para decidir si eady-to-use los modelos R o los modelos personalizados son los mejores 
para su caso de uso.

• eady-to-use Modelos R. Con eady-to-use los modelos R, puede usar modelos prediseñados para 
extraer información de sus datos. eady-to-use Los modelos R cubren una variedad de casos de 
uso, como la detección del idioma y el análisis de documentos. Para empezar a hacer predicciones 
con eady-to-use modelos R, consulteUsa eady-to-use modelos R.

• Modelos personalizados. Con los modelos personalizados, puede crear una variedad de tipos 
de modelos que se personalizan para realizar predicciones para sus datos. Utilice modelos 
personalizados si desea crear un modelo que se base en los datos específicos de su empresa 
y si desea utilizar funciones como la colaboración con los científicos de datos y la evaluación 
del rendimiento de su modelo. Para empezar a crear un modelo personalizado, consulte Uso de 
modelos personalizados.

También puede incorporar su propio modelo (BYOM) a partir de otras funciones. SageMaker Un 
usuario de Amazon SageMaker Studio puede compartir su modelo con un usuario de Canvas y 
el usuario de Canvas puede generar predicciones con el modelo. Para obtener más información, 
consulte Traiga su propio modelo a SageMaker Canvas.
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Configuración y administración de Amazon SageMaker Canvas (para 
administradores de TI)

Puede utilizar la información de esta sección para ayudar a los usuarios a hacer lo siguiente:

• Opcional: Concesión a sus usuarios de permisos para cargar sus archivos de forma local.

• Configuración del SSO de Okta para sus usuarios.

• Actualice SageMaker Canvas.

• Limpie o elimine la instalación de SageMaker Canvas.

• Opcional: Configuración de Amazon Forecast para que los usuarios puedan realizar pronósticos de 
serie temporal.

• Opcional: Configuración de una Amazon Virtual Private Cloud.

• Opcional: Cifrado de los datos mediante AWS Key Management Service.

• Opcional: Concesión a sus usuarios de permisos para importar datos de Amazon Redshift.

También puede configurar SageMaker Canvas para sus usuarios conAWS CloudFormation. Para 
obtener más información, consulte AWS:SageMaker: :App en la Guía del AWS CloudFormation 
usuario.

Temas

• Concesión a sus usuarios de permisos para cargar sus archivos de forma local

• Configure SageMaker Canvas para sus usuarios

• Configurar el almacenamiento de Amazon S3

• Concesión de permisos para el almacenamiento de Amazon S3 entre cuentas

• Cifre sus datos de SageMaker Canvas con AWS KMS

• Concesión de permisos a sus usuarios para crear modelos personalizados de predicción de 
imágenes y textos

• Conceda a sus usuarios permisos para realizar previsiones de series temporales

• Otorgue a los usuarios permisos para ajustar con precisión los modelos básicos

• Actualice SageMaker Canvas para sus usuarios

• Solicitud de un aumento de cuota

• Concesión a los usuarios de permisos para importar datos de Amazon Redshift
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• Otorgue a los usuarios permisos para colaborar con Studio Classic

• Conceda a sus usuarios permisos para enviar predicciones a Amazon QuickSight

• Administración de aplicaciones

• Configurar Amazon SageMaker Canvas en una VPC sin acceso a Internet

• Configuración de las conexiones a los orígenes de datos con OAuth

Concesión a sus usuarios de permisos para cargar sus archivos de forma local

Si sus usuarios están cargando archivos desde sus máquinas locales a SageMaker Canvas, 
debe adjuntar una configuración CORS (intercambio de recursos de origen cruzado) al bucket de 
Amazon S3 que estén utilizando. Al configurar el SageMaker dominio o el perfil de usuario, puede 
especificar una ubicación de Amazon S3 personalizada o la ubicación predeterminada, que es un 
bucket SageMaker de Amazon S3 creado con un nombre que utiliza el siguiente patrón:s3://
sagemaker-{Region}-{your-account-id}. SageMaker Canvas agrega los datos de sus 
usuarios al depósito cada vez que suben un archivo.

Para conceder a los usuarios permisos para cargar archivos locales en el bucket, puede asociar 
una configuración de CORS mediante uno de los siguientes procedimientos. Puede usar el primer 
método al configurar su dominio o editar la configuración del dominio existente, en el que puede 
optar por SageMaker adjuntar la configuración de CORS al depósito por usted. El segundo método 
es el manual, en el que puede asociar usted mismo la configuración de CORS al bucket.

Método de configuración de dominio

Para conceder a sus usuarios permisos para cargar archivos locales, puede elegir Habilitación de 
permisos de Canvas al configurar su dominio. Esto adjunta una configuración de uso compartido de 
recursos entre orígenes (CORS) al depósito Amazon S3 de la configuración de almacenamiento de 
Canvas y otorga a todos los usuarios del dominio permiso para cargar archivos locales en Canvas. 
SageMaker De forma predeterminada, la opción de permisos está activada al configurar un dominio, 
pero puede desactivarla si no quiere conceder a sus usuarios permiso para cargar archivos.

Note

Si tiene una configuración de CORS existente en el bucket de Amazon S3 de configuración 
de almacenamiento, al activar Habilitar permisos de Canvas, se sobrescribe la configuración 
existente con la nueva configuración.
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El siguiente procedimiento muestra cómo puede activar esta opción al realizar una Configuración 
rápida para su dominio en la consola.

1. En la sección Perfil de usuario, introduzca un Nombre para el usuario.

2. Seleccione un Rol de ejecución para el usuario.

3. Active la opción Habilitar los permisos de Canvas. SageMaker  (Esta opción está activada de 
forma predeterminada).

4. Terminar de configurar el dominio.

Si está realizando una Configuración estándar para su dominio, utilice el siguiente procedimiento 
para la sección Configuración de Canvas para activar la carga de archivos locales.

1. En Habilitar y configurar los permisos de Canvas, seleccione Carga de archivos locales. (Ya está 
marcada de forma predeterminada).

2. Elija Siguiente.

3. Terminar de configurar el dominio.

Sus usuarios ahora pueden cargar archivos locales en su aplicación SageMaker Canvas.

También puede activar o desactivar los permisos de carga local para un dominio existente mediante 
el siguiente procedimiento.

1. Ve a la  SageMaker consola de Amazon.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de Dominios, seleccione su dominio.

5. En la página Configuración del dominio, elija la pestaña Configuración del dominio.

6. Elija Editar.

7. En el panel de navegación, elija Configuración de Canvas.

8. Seleccione o anule la selección de Habilitar carga de archivos locales.

9. Finalice cualquier otra modificación que desee realizar en el dominio y, a continuación, pulse
Enviar para enviar los cambios.
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Método con bucket de Amazon S3

Si desea adjuntar manualmente la configuración de CORS al bucket de SageMaker Amazon S3, 
utilice el siguiente procedimiento.

1. Inicie sesión en https://console.aws.amazon.com/s3/.

2. Elija el bucket. Si su dominio usa el bucket SageMaker creado por defecto, el nombre del bucket 
usa el siguiente patrón:. s3://sagemaker-{Region}-{your-account-id}

3. Elija Permisos.

4. Vaya a Uso compartido de recursos entre orígenes (CORS).

5. Elija Editar.

6. Añada la política de CORS siguiente.

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "POST" 
        ], 
        "AllowedOrigins": [ 
            "*" 
        ], 
        "ExposeHeaders": [] 
    }
] 
    

7. Elija Guardar cambios.

En el procedimiento anterior, la política de CORS debe tener "POST" enumerado bajo
AllowedMethods.

Una vez realizado el procedimiento, debería tener:

• Un rol de IAM asignado a cada uno de sus usuarios.

• Permisos de tiempo de ejecución de Amazon SageMaker Studio Classic para cada uno de sus 
usuarios. SageMaker Canvas usa Studio Classic para ejecutar los comandos de sus usuarios.
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• Si los usuarios cargan archivos desde sus máquinas locales, se asocia una política de CORS a su 
bucket de Amazon S3.

Si sus usuarios siguen sin poder cargar los archivos locales después de actualizar la política de 
CORS, es posible que el navegador esté almacenando en caché la configuración de CORS de un 
intento de carga anterior. Si tienen problemas, pídales que borren la memoria caché del navegador y 
que lo intenten de nuevo.

Configure SageMaker Canvas para sus usuarios

Para configurar Amazon SageMaker Canvas, haz lo siguiente:

• Crea un SageMaker dominio de Amazon.

• Cree perfiles de usuario para el dominio

• Configure el inicio de sesión único de Okta (SSO de Okta) para sus usuarios.

• Active el uso compartido de enlaces para los modelos.

Utilice el inicio de sesión único de Okta (Okta SSO) para conceder a sus usuarios acceso a Amazon 
Canvas. SageMaker SageMaker Canvas admite los métodos de SSO de SAML 2.0. Las siguientes 
secciones le guían por los procedimientos para configurar el SSO de Okta.

Para configurar un dominio, consulte Incorporar Amazon SageMaker Runtime Studio mediante IAM.
Puede utilizar la siguiente información como ayuda para completar el procedimiento de la sección:

• Puede omitir el paso relativo a la creación de proyectos.

• No es necesario proporcionar acceso a buckets de Amazon S3 adicionales. Sus usuarios pueden 
usar el bucket predeterminado que proporcionamos cuando creamos un rol.

• Para permitir que sus usuarios puedan compartir sus cuadernos con los científicos de datos, active 
la Configuración de uso compartido del bloc de notas.

• Utilice Amazon SageMaker Studio Classic, versión 3.19.0 o posterior. Para obtener información 
sobre la actualización de Amazon SageMaker Studio Classic, consulteCierre y actualice 
SageMaker Studio Classic.

Utilice el siguiente procedimiento para configurar Okta. Para todos los procedimientos siguientes, 
especifique el mismo rol de IAM para IAM-role.
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Añada la aplicación SageMaker Canvas a Okta

Configure el método de inicio de sesión para Okta.

1. Inicia sesión en el panel de administración de Okta.

2. Elija Agregar aplicación. Busque Federación de cuentas de AWS.

3. Elija Agregar.

4. Opcional: cambia el nombre a Amazon SageMaker Canvas.

5. Elija Siguiente.

6. Seleccione SAML 2.0 como método de Inicio de sesión.

7. Seleccione Metadatos de proveedor de identidades para abrir el archivo XML de metadatos. 
Guarde el archivo localmente.

8. Seleccione Listo.

Configure la federación de identificadores en IAM

AWS Identity and Access Management (IAM) es el servicio de AWS que utiliza para acceder a su 
cuenta de AWS. Puede acceder a AWS a través de una cuenta de IAM.

1. Inicie sesión en la consola de AWS.

2. Elija AWS Identity and Access Management (IAM).

3. Elija Proveedores de identidades.

4. Elija Crear proveedor.

5. En Configurar proveedor, especifique lo siguiente:

• Tipo de proveedor: en la lista desplegable, elija SAML.

• Nombre del proveedor: especifique Okta.

• Documento de metadatos: cargue el documento XML que ha guardado localmente en el paso 
7 de Añada la aplicación SageMaker Canvas a Okta.

6. Busque su proveedor de identidades en Proveedores de identidades. Copie su valor de ARN de 
proveedor.

7. Para Roles, elija el rol de IAM que vaya a utilizar para acceder al SSO de Okta.

8. En la pestaña Relaciones de confianza para el rol de IAM, seleccione Editar relación de 
confianza.
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9. Modifique la política de relaciones de confianza de IAM especificando el valor del ARN del 
proveedor que ha copiado y agregue la siguiente política:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Federated": "arn:aws:iam::123456789012:saml-provider/Okta" 
      }, 
      "Action": [ 
        "sts:AssumeRoleWithSAML", 
        "sts:SetSourceIdentity", 
        "sts:TagSession" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "SAML:aud": "https://signin.aws.amazon.com/saml" 
        } 
      } 
    } 
  ]
}  
   

10. En Permisos, agregue la siguiente política:

{ 
   "Version": "2012-10-17", 
   "Statement": [ 
       { 
           "Sid": "AmazonSageMakerPresignedUrlPolicy", 
           "Effect": "Allow", 
           "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:CreatePresignedDomainUrlWithPrincipalTag" 
           ], 
           "Resource": "*" 
      } 
  ]
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} 
   

Configure SageMaker Canvas en Okta

Configure Amazon SageMaker Canvas en Okta mediante el siguiente procedimiento.

Para configurar Amazon SageMaker Canvas para usar Okta, sigue los pasos de esta sección. Debe 
especificar nombres de usuario únicos para cada SageMakerStudioProfileNamecampo. Por ejemplo, 
puede utilizar user.login como valor. Si el nombre de usuario es diferente del nombre del perfil 
de SageMaker Canvas, elija un atributo de identificación única diferente. Por ejemplo, puede usar el 
número de identificación de un empleado como nombre de perfil.

Para ver un ejemplo de los valores que puede configurar para los Atributos, consulte el código que 
sigue al procedimiento.

1. En Directorio, seleccione Grupos.

2. Agregue un grupo con el siguiente patrón: sagemaker#canvas#IAM-role#AWS-account-
id.

3. En Okta, abra la configuración de integración de la aplicación de Federación de cuentas de 
AWS.

4. Seleccione Iniciar sesión en la aplicación de Federación de cuentas de AWS.

5. Elija Editar y especifique lo siguiente:

• SAML 2.0

• Estado de retransmisión predeterminado: https://
Region .console.aws.amazon.com/sagemaker/home? region= Region #/
studio/canvas/open/. StudioId Puedes encontrar el ID de Studio Classic en la 
consola: https://console.aws.amazon.com/sagemaker/

6. Seleccione Atributos.

7. En los SageMakerStudioProfileNamecampos, especifique valores únicos para cada nombre de 
usuario. Los nombres de usuario deben coincidir con los nombres de usuario que haya creado 
en la consola de AWS.

Attribute 1:
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Name: https://aws.amazon.com/SAML/Attributes/
PrincipalTag:SageMakerStudioUserProfileName  
Value: ${user.login}

Attribute 2:
Name: https://aws.amazon.com/SAML/Attributes/TransitiveTagKeys
Value: {"SageMakerStudioUserProfileName"} 
    

8. Seleccione el Tipo de entorno. Elija AWS normal.

• Si su tipo de entorno no aparece en la lista, puede configurar la URL de ACS en el campo
URL de ACS. Si su tipo de entorno aparece en la lista, no es necesario que introduzca la 
URL de ACS

9. Para el ARN del proveedor de identidades, especifique el ARN que utilizó en el paso 6 del 
procedimiento anterior.

10. Especifique una Duración de sesión.

11. Elija Unir todos los roles.

12. Active Usar mapeo de grupos especificando los siguientes campos:

• Filtro de aplicaciones: okta

• Filtro de grupo: ^aws\#\S+\#(?IAM-role[\w\-]+)\#(?accountid\d+)$

• Patrón de valores de rol: arn:aws:iam::$accountid:saml-provider/
Okta,arn:aws:iam::$accountid:role/IAM-role

13. Seleccione Guardar/Siguiente.

14. En Asignaciones, asigne la aplicación al grupo que ha creado.

Agregar políticas opcionales sobre el control de acceso en IAM

En IAM, puede aplicar la siguiente política al usuario administrador que crea los perfiles de usuario.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "CreateSageMakerStudioUserProfilePolicy", 
            "Effect": "Allow", 
            "Action": "sagemaker:CreateUserProfile", 
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            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:TagKeys": [ 
                        "studiouserid" 
                    ] 
                } 
            } 
        } 
    ]
} 
    

Si decide agregar la política anterior al usuario administrador, debe utilizar los siguientes permisos 
deConfigure la federación de identificadores en IAM.

{ 
   "Version": "2012-10-17", 
   "Statement": [ 
       { 
           "Sid": "AmazonSageMakerPresignedUrlPolicy", 
           "Effect": "Allow", 
           "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:CreatePresignedDomainUrlWithPrincipalTag" 
           ], 
           "Resource": "*", 
           "Condition": { 
                  "StringEquals": { 
                      "sagemaker:ResourceTag/studiouserid": "${aws:PrincipalTag/
SageMakerStudioUserProfileName}" 
                 } 
            } 
      } 
  ]
} 
    

Configurar el almacenamiento de Amazon S3

Al configurar la aplicación SageMaker Canvas, la ubicación de almacenamiento predeterminada 
para los artefactos del modelo, los conjuntos de datos y otros datos de la aplicación es un depósito 
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de Amazon S3 que crea Canvas. Este bucket predeterminado de Amazon S3 sigue el patrón de 
nomenclatura s3://sagemaker-{Region}-{your-account-id} y existe en la misma región 
que su aplicación de Canvas.

Sin embargo, puede personalizar la ubicación de almacenamiento y especificar su propio bucket 
de Amazon S3 para almacenar los datos de la aplicación de Canvas. Es posible que desee utilizar 
su propio bucket de Amazon S3 para almacenar los datos de las aplicaciones por alguna de las 
siguientes razones:

• Su organización tiene convenciones de nomenclatura internas para los buckets de Amazon S3.

• Desea habilitar el acceso entre cuentas a los artefactos del modelo u otros datos de Canvas.

• Desea cumplir con las directrices de seguridad internas, como restringir a los usuarios a buckets 
específicos de Amazon S3 o artefactos de modelos.

• Desea mejorar la visibilidad y el acceso a los registros generados por Canvas, 
independientemente de la AWS consola o de SageMaker Studio Classic.

Al especificar su propio bucket de Amazon S3, puede tener un mayor control sobre su propio 
almacenamiento y cumplir con las normas de su organización.

Para empezar, puede crear un nuevo SageMaker dominio o perfil de usuario, o puede actualizar 
un dominio o perfil de usuario existente. Tenga en cuenta que la configuración del perfil de usuario 
anula la configuración en el nivel de dominio. Por ejemplo, puede utilizar la configuración de bucket 
predeterminada a nivel de dominio, pero puede especificar un bucket de Amazon S3 personalizado 
para un usuario individual. Tras especificar su propio bucket de Amazon S3 para el dominio o el 
perfil de usuario, Canvas crea una subcarpeta llamada Canvas/<UserProfileName> en la URI de 
Amazon S3 de entrada y guarda todos los artefactos generados en la aplicación de Canvas en esta 
subcarpeta.

Important

Si actualiza un dominio o perfil de usuario existente, ya no tendrá acceso a sus artefactos de 
Canvas desde la ubicación anterior. Sus archivos siguen en la antigua ubicación de Amazon 
S3, pero ya no puede verlos desde Canvas. La nueva configuración entrará en vigor la 
próxima vez que inicie sesión en la aplicación.
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Para obtener más información sobre cómo conceder acceso entre cuentas a su bucket de Amazon 
S3, consulte Concesión de permisos de objetos entre cuentas en la Guía del usuario de Amazon S3.

En las siguientes secciones se describe cómo especificar un bucket de Amazon S3 personalizado 
para la configuración de almacenamiento de Canvas. Si estás configurando un SageMaker dominio 
nuevo (o un nuevo usuario en un dominio), usa el Método de configuración de nuevo dominio o 
elNuevo método de configuración del perfil de usuario. Si ya tiene un perfil de usuario de Canvas y 
desea actualizar la configuración de almacenamiento del perfil, utilice Método de usuario existente.

Antes de empezar

Si está especificando un URI de Amazon S3 de una cuenta de AWS diferente o si utiliza un bucket 
cifrado con AWS KMS, debe configurar los permisos antes de continuar. Debe conceder permisos 
de AWS IAM para garantizar que Canvas pueda descargar y cargar objetos desde y hacia su bucket. 
Para obtener información sobre cómo conceder permisos, consulte Concesión de permisos para el 
almacenamiento de Amazon S3 entre cuentas.

Además, el URI final de Amazon S3 para la carpeta de entrenamiento en su ubicación de 
almacenamiento de Canvas debe tener 128 caracteres o menos. El URI final de Amazon S3 consiste 
en la ruta de su bucket s3://<your-bucket-name>/<folder-name>/ más la ruta que Canvas 
agrega a su bucket: Canvas/<user-profile-name>/Training. Por ejemplo, una ruta aceptable 
que tenga menos de 128 caracteres es s3://<my-bucket>/<machine-learning>/Canvas/
<user-1>/Training.

Método de configuración de nuevo dominio

Si está configurando un nuevo dominio y una nueva aplicación Canvas, utilice esta sección para 
configurar la ubicación de almacenamiento en el nivel de dominio. Esta configuración se aplica 
a todos los usuarios nuevos que cree en el dominio, a menos que especifique una ubicación de 
almacenamiento diferente para los perfiles de usuario individuales.

Al realizar una Configuración estándar para su dominio, utilice el siguiente procedimiento para la 
sección de Configuración de Canvas:

1. Para la Configuración de almacenamiento de Canvas, haga lo siguiente:

a. Selecciona Administrado por el sistema si quieres establecer la ubicación en el depósito 
SageMaker creado por defecto que sigue el patróns3://sagemaker-{Region}-{your-
account-id}.

Configuración y administración de Amazon SageMaker Canvas (para administradores de TI) 754

https://docs.aws.amazon.com/AmazonS3/latest/userguide/example-walkthroughs-managing-access-example4.html#access-policies-walkthrough-example4-overview


Amazon SageMaker Guía para desarrolladores

b. Seleccione Personalizado S3 para especificar su propio bucket de Amazon S3 como 
ubicación de almacenamiento. A continuación, introduzca el URI de Amazon S3.

c. (Opcional) Para la Clave de cifrado, especifique una clave KMS para cifrar los artefactos de 
Canvas almacenados en la ubicación especificada.

2. Termine de configurar el dominio y seleccione Enviar.

Su dominio ahora está configurado para usar la ubicación de Amazon S3 que especificó para el 
almacenamiento de aplicaciones de SageMaker Canvas.

Nuevo método de configuración del perfil de usuario

Si va a configurar un nuevo perfil de usuario en su dominio, utilice esta sección para configurar la 
ubicación de almacenamiento del usuario. Esta configuración anula la configuración en el nivel del 
dominio.

Al agregar un perfil de usuario a su dominio, utilice el siguiente procedimiento para la sección de
Configuración de Canvas:

1. Para la Configuración de almacenamiento de Canvas, haga lo siguiente:

a. Seleccione Administrado por el sistema si desea establecer la ubicación en el depósito 
SageMaker creado por defecto que sigue el patróns3://sagemaker-{Region}-{your-
account-id}.

b. Seleccione Personalizado S3 para especificar su propio bucket de Amazon S3 como 
ubicación de almacenamiento. A continuación, introduzca el URI de Amazon S3.

c. (Opcional) Para la Clave de cifrado, especifique una clave KMS para cifrar los artefactos de 
Canvas almacenados en la ubicación especificada.

2. Termine de configurar el perfil de usuario y elija Enviar.

Su perfil de usuario ahora está configurado para usar la ubicación de Amazon S3 que especificó para 
el almacenamiento de aplicaciones de SageMaker Canvas.

Método de usuario existente

Si ya tiene un perfil de usuario de Canvas y desea actualizar la ubicación de almacenamiento de 
Amazon S3, puede editar la configuración del SageMaker dominio o del perfil de usuario. Este 
cambio entrará en vigor la próxima vez que inicie sesión en la aplicación de Canvas.
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Note

Al cambiar la ubicación de almacenamiento de una aplicación de Canvas existente, pierde 
el acceso a sus artefactos de Canvas desde la ubicación de almacenamiento anterior. Los 
artefactos siguen almacenados en la antigua ubicación de Amazon S3, pero ya no puede 
verlos desde Canvas.

Recuerde que la configuración del perfil de usuario anula la configuración general del dominio, 
por lo que puede actualizar la ubicación de almacenamiento de Amazon S3 para perfiles de 
usuario específicos sin cambiarla para todos los usuarios. Puede actualizar la configuración de 
almacenamiento de un dominio o usuario existente mediante los siguientes procedimientos.

Update an existing Domain

Utilice el siguiente procedimiento para actualizar la configuración de almacenamiento de un 
dominio.

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de Dominios, seleccione su dominio.

5. En la página Configuración del dominio, elija la pestaña Configuración del dominio.

6. Elija Editar.

7. En el panel de navegación, elija Configuración de Canvas.

8. Para la Configuración de almacenamiento de Canvas, haga lo siguiente:

a. Seleccione Administrado por el sistema si desea establecer la ubicación 
en el depósito SageMaker creado por defecto que sigue el patróns3://
sagemaker-{Region}-{your-account-id}.

b. Seleccione Personalizado S3 para especificar su propio bucket de Amazon S3 como 
ubicación de almacenamiento. A continuación, introduzca el URI de Amazon S3.

c. (Opcional) Para la Clave de cifrado, especifique una clave KMS para cifrar los artefactos 
de Canvas almacenados en la ubicación especificada.

9. Finalice cualquier otra modificación que desee realizar en el dominio y, a continuación, pulse
Enviar para guardar los cambios.
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Update an existing user profile

Utilice el siguiente procedimiento para actualizar la configuración de almacenamiento de un perfil 
de usuario.

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de Dominios, seleccione su dominio.

5. De la lista de usuarios del dominio, elija el usuario cuya configuración desee editar.

6. En la página Detalles del usuario, elija Editar.

7. En el panel de navegación, elija Configuración de Canvas.

8. Para la Configuración de almacenamiento de Canvas, haga lo siguiente:

a. Seleccione Administrado por el sistema si desea establecer la ubicación 
en el depósito SageMaker creado por defecto que sigue el patróns3://
sagemaker-{Region}-{your-account-id}.

b. Seleccione Personalizado S3 para especificar su propio bucket de Amazon S3 como 
ubicación de almacenamiento. A continuación, introduzca el URI de Amazon S3.

c. (Opcional) Para la Clave de cifrado, especifique una clave KMS para cifrar los artefactos 
de Canvas almacenados en la ubicación especificada.

9. Finalice cualquier otra modificación que desee realizar en el perfil de usuario y, a 
continuación, pulse Enviar para guardar los cambios.

Ahora debería actualizarse la ubicación de almacenamiento de su perfil de usuario de Canvas. 
La próxima vez que inicie sesión en la aplicación de Canvas, recibirá una notificación de que la 
ubicación de almacenamiento se ha actualizado. Perderá el acceso a cualquier artefacto anterior que 
haya creado en Canvas. Puede seguir accediendo a los archivos en Amazon S3, pero ya no podrá 
verlos en Canvas.

Concesión de permisos para el almacenamiento de Amazon S3 entre cuentas

Al configurar su SageMaker dominio o perfil de usuario para que los usuarios accedan a SageMaker 
Canvas, debe especificar una ubicación de almacenamiento de Amazon S3 para los artefactos 
de Canvas. Estos artefactos incluyen copias guardadas de sus conjuntos de datos de entrada, 
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artefactos de modelo, predicciones y otros datos de aplicaciones. Puede usar el depósito de 
Amazon S3 SageMaker creado por defecto o puede personalizar la ubicación de almacenamiento y 
especificar su propio depósito para almacenar los datos de la aplicación Canvas.

Puede especificar un bucket de Amazon S3 en otra cuenta de AWS para almacenar sus datos de 
Canvas, pero primero debe conceder permisos entre cuentas para que Canvas pueda acceder al 
bucket.

En las siguientes secciones se describe cómo conceder permisos a Canvas para cargar y descargar 
objetos desde y hacia un bucket de Amazon S3 de otra cuenta. Hay permisos adicionales para 
cuando el bucket está cifrado con AWS KMS.

Requisitos

Antes de comenzar, revise los siguientes requisitos:

• Los buckets de Amazon S3 entre cuentas (y cualquier clave de AWS KMS asociada) deben estar 
en la misma región de AWS que el dominio de usuario o el perfil de usuario de Canvas.

• El URI final de Amazon S3 para la carpeta de entrenamiento en su ubicación de almacenamiento 
de Canvas debe tener 128 caracteres o menos. El URI final de S3 consiste en la ruta de su bucket
s3://<your-bucket-name>/<folder-name>/ más la ruta que Canvas agrega a su bucket:
Canvas/<user-profile-name>/Training. Por ejemplo, una ruta aceptable que tenga menos 
de 128 caracteres es s3://<my-bucket>/<machine-learning>/Canvas/<user-1>/
Training.

Permisos para los buckets de Amazon S3 entre cuentas

En la siguiente sección se describen los pasos básicos para conceder los permisos necesarios 
para que Canvas pueda acceder a su bucket de Amazon S3 desde otra cuenta. Para obtener 
instrucciones más detalladas, consulte el Ejemplo 2: Propietario del bucket que concede permisos de 
bucket entre cuentas en la Guía del usuario de Amazon S3.

1. Cree un bucket de Amazon S3, bucketA, en la cuenta A.

2. El usuario de Canvas existe en otra cuenta llamada Cuenta B. En los siguientes pasos, 
denominamos el rol de IAM del usuario de Canvas como roleB la Cuenta B.

Conceda permiso al rol de IAM roleB de la cuenta B para descargar (GetObject) y cargar 
(PutObject) objetos desde y hacia bucketA en la cuenta A asociando una política de IAM.
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Para limitar el acceso a la carpeta de un bucket específico, defina el nombre de la carpeta en el 
elemento del recurso, por ejemplo arn:aws:s3:::<bucketA>/FolderName/*. Para obtener 
más información, consulte ¿Cómo puedo utilizar las políticas de IAM para conceder acceso 
específico para un usuario a carpetas específicas?

Note

Las acciones en el nivel de bucket, como GetBucketCors y GetBucketLocation, 
deben agregarse a los recursos de nivel de bucket, no a las carpetas.

En el siguiente ejemplo de política de IAM se conceden los permisos necesarios para que
roleB acceda a los objetos en bucketA:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::bucketA/FolderName/*", 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::bucketA", 
            ] 
        } 
    ]
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}

3. Configure la política de bucket para bucketA en la cuenta A para conceder permisos al rol de 
IAM roleB en la cuenta B.

Note

Los administradores también deben desactivar la opción Bloquear todo el acceso público
en la sección Permisos del bucket.

A continuación, se muestra un ejemplo de política de bucket para que bucketA conceda los 
permisos necesarios a roleB:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::accountB:role/roleB" 
            }, 
            "Action": [ 
                "s3:DeleteObject", 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": "arn:aws:s3:::bucketA/FolderName/*" 
        }, 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::accountB:role/roleB" 
            }, 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": "arn:aws:s3:::bucketA" 
        } 
    ]
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}

Tras configurar los permisos anteriores, su perfil de usuario de Canvas en la cuenta B ahora puede 
usar el bucket de Amazon S3 de la cuenta A como ubicación de almacenamiento de los artefactos de 
Canvas.

Permisos para los buckets de Amazon S3 entre cuentas cifrados con AWS KMS

El siguiente procedimiento le muestra cómo conceder los permisos necesarios para que Canvas 
pueda acceder a su bucket de Amazon S3 en otra cuenta que esté cifrada con AWS KMS. Los pasos 
son similares a los del procedimiento anterior, pero con permisos adicionales. Para obtener más 
información acerca de cómo proporcionar acceso a una clave KMS entre cuentas, consulte Permitir a 
los usuarios de otras cuentas utilizar una clave KMS en la Guía para desarrolladores de AWS KMS.

1. Cree un bucket de Amazon S3 bucketA y una clave de Amazon S3 KMS s3KmsInAccountA
en la cuenta A.

2. El usuario de Canvas existe en otra cuenta llamada Cuenta B. En los siguientes pasos, 
denominamos el rol de IAM del usuario de Canvas como roleB la Cuenta B.

Conceda permiso al rol de IAM roleB en la Cuenta B para hacer lo siguiente:

• Descargar (GetObject) y cargar (PutObject) objetos desde y hacia bucketA en la Cuenta 
A.

• Acceder a la clave AWS KMS s3KmsInAccountA en la Cuenta A.

En el siguiente ejemplo de política de IAM se conceden los permisos necesarios para que
roleB acceda a los objetos en bucketA y use la clave KMS s3KmsInAccountA:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject" 
            ], 
            "Resource": [ 
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                "arn:aws:s3:::bucketA/FolderName/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::bucketA" 
            ] 
        }, 
        { 
            "Action": [ 
                "kms:DescribeKey", 
                "kms:CreateGrant", 
                "kms:RetireGrant", 
                "kms:GenerateDataKey", 
                "kms:GenerateDataKeyWithoutPlainText", 
                "kms:Decrypt" 
            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:kms:{region}:accountA:key/s3KmsInAccountA" 
        } 
    ]
}

3. Configure la política de bucket para bucketA y la política de claves para s3KmsInAccountA en 
la cuenta A para conceder permisos al rol de IAM roleB en la cuenta B.

A continuación, se muestra un ejemplo de política de bucket para que bucketA conceda los 
permisos necesarios a roleB:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::accountB:role/roleB" 
            }, 
            "Action": [ 
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                "s3:DeleteObject", 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": "arn:aws:s3:::bucketA/FolderName/*" 
        }, 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::accountB:role/roleB" 
            }, 
            "Action": [ 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": "arn:aws:s3:::bucketA" 
        } 
    ]
}

El siguiente ejemplo es una política de claves que se asocia a la clave KMS s3KmsInAccountA
en la Cuenta A para conceder acceso a roleB. Para obtener más información sobre cómo crear 
y asociar una declaración de política de claves, consulte Creación de una política de claves en la
Guía para desarrolladores de AWS KMS.

{ 
  "Sid": "Allow use of the key", 
  "Effect": "Allow", 
  "Principal": { 
    "AWS": [ 
      "arn:aws:iam::accountB:role/roleB" 
    ] 
  }, 
  "Action": [ 
        "kms:DescribeKey", 
        "kms:CreateGrant", 
        "kms:RetireGrant", 
        "kms:GenerateDataKey", 
        "kms:GenerateDataKeyWithoutPlainText", 
        "kms:Decrypt" 
  ], 
  "Resource": "*"
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} 

Tras configurar los permisos anteriores, su perfil de usuario de Canvas en la cuenta B ahora debería 
poder usar el bucket de Amazon S3 cifrado de la Cuenta A como ubicación de almacenamiento de 
los artefactos de Canvas.

Cifre sus datos de SageMaker Canvas con AWS KMS

Es posible que tenga datos que desee cifrar mientras usa Amazon SageMaker Canvas, como la 
información privada de su empresa o los datos de sus clientes. SageMaker Canvas utiliza AWS Key 
Management Service para proteger sus datos. AWS KMSes un servicio que puede usar para crear y 
administrar claves criptográficas para cifrar sus datos. Para obtener más información acerca de AWS 
KMS, consulte AWS Key Management Service en la Guía para desarrolladores de AWS KMS.

Amazon SageMaker Canvas le ofrece varias opciones para cifrar sus datos. SageMaker Canvas 
proporciona un cifrado predeterminado en la aplicación para tareas como la creación del modelo y 
la generación de información. También puede optar por cifrar los datos almacenados en Amazon 
S3 para proteger los datos en reposo. SageMaker Canvas admite la importación de conjuntos de 
datos cifrados, por lo que puede establecer un flujo de trabajo cifrado. En las siguientes secciones 
se describe cómo puede utilizar el AWS KMS cifrado para proteger sus datos al crear modelos con 
SageMaker Canvas.

Cifre sus datos en Canvas SageMaker

Con SageMaker Canvas, puede usar dos claves de AWS KMS cifrado diferentes para cifrar sus 
datos en SageMaker Canvas, que puede especificar al configurar su dominio. Estas dos claves 
pueden ser iguales o diferentes. SageMaker Canvas usa una clave para el almacenamiento temporal 
de aplicaciones, las visualizaciones o los fines de cómputo (por ejemplo, para crear modelos). Puede 
utilizar la clave administrada predeterminada AWS o especificar la suya propia. También puede 
especificar una clave opcional que SageMaker Canvas utilice para el almacenamiento a largo plazo 
de los conjuntos de datos y los objetos del modelo, que se almacenan en el depósito SageMaker S3 
predeterminado de la región para su cuenta.

Requisitos previos

Para usar su propia clave KMS para cualquiera de los fines descritos anteriormente, primero debe 
conceder permiso al rol de IAM de su usuario para usar la clave. A continuación, puede especificar la 
clave KMS al configurar su dominio.
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La forma más sencilla de conceder permiso a su rol para usar la clave es modificar la política de 
claves. Utilice el siguiente procedimiento para conceder a su rol los permisos necesarios.

1. Abra la consola de AWS KMS.

2. En la sección Política de claves, elija Cambiar a la vista de política.

3. Modifique la política de claves para conceder permisos para las acciones
kms:GenerateDataKey y kms:Decrypt al rol de IAM. Puede agregar una instrucción similar 
a la siguiente:

{ 
  "Sid": "ExampleStmt", 
  "Action": [ 
    "kms:Decrypt", 
    "kms:GenerateDataKey" 
  ], 
  "Effect": "Allow", 
  "Principal": { 
    "AWS": "<arn:aws:iam::111122223333:role/Jane>" 
  }, 
  "Resource": "*"
}

4. Elija Guardar cambios.

El método menos preferido es modificar el rol de IAM del usuario para concederle permisos de 
uso o administración de la clave KMS. Si utiliza este método, la política de claves de KMS también 
debe permitir la administración del acceso a través de IAM. Para obtener información sobre cómo 
conceder permisos a una clave de KMS mediante el rol de IAM del usuario, consulte Especificación 
de claves KMS en declaraciones de políticas de IAM de la Guía para desarrolladores de AWS KMS.

Requisitos previos para previsión de series temporales

Para usar su AWS KMS clave para cifrar los modelos de previsión de series temporales 
en SageMaker Canvas, debe modificar la política de claves de la clave de KMS utilizada 
para almacenar objetos en Amazon S3. Su política de claves debe conceder permisos 
aAmazonSageMakerCanvasForecastRole, lo que se SageMaker crea al conceder 
permisos de previsión de series temporales a sus usuarios. Amazon Forecast lo utiliza
AmazonSageMakerCanvasForecastRole para realizar operaciones de previsión de series 
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temporales en SageMaker Canvas. Su clave KMS debe conceder permisos a este rol con el fin de 
garantizar que los datos estén cifrados para la previsión de series temporales.

Para modificar los permisos de su política de claves de KMS para permitir la previsión cifrada de 
series temporales, haga lo siguiente.

1. Abra la consola de AWS KMS.

2. En la sección Política de claves, elija Cambiar a la vista de política.

3. Modifique la política de claves para tener los permisos especificados en el siguiente ejemplo:

{ 
            "Sid": "Enable IAM Permissions for Amazon Forecast KMS access", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "<arn:aws:iam::111122223333:role/service-role/
AmazonSagemakerCanvasForecastRole-111122223333>" 
            }, 
            "Action": [ 
                "kms:DescribeKey", 
                "kms:CreateGrant", 
                "kms:RetireGrant", 
                "kms:GenerateDataKey", 
                "kms:GenerateDataKeyWithoutPlainText", 
                "kms:Decrypt" 
            ], 
            "Resource": "*"
}

4. Elija Guardar cambios.

Ahora puede usar su clave KMS para cifrar las operaciones de previsión de series temporales en 
Canvas. SageMaker

Note

Los siguientes permisos solo son necesarios si utiliza el método de configuración de roles 
de IAM para configurar su previsión de series temporales. Agregue la siguiente política de 
permisos al rol de IAM de su usuario. También debe actualizar la política de claves con las 
políticas actualizadas necesarias para Amazon Forecast. Para obtener más información 
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acerca de los permisos necesarios para la previsión de series temporales, consulte Conceda 
a sus usuarios permisos para realizar previsiones de series temporales.

{ 
            "Sid": "Enable IAM Permissions for Amazon Forecast KMS access", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "<arn:aws:iam::111122223333:role/AmazonSageMaker-111122223333>" 
            }, 
            "Action": [ 
                    "kms:Decrypt",  
                    "kms:DescribeKey", 
                    "kms:CreateGrant", 
                    "kms:RetireGrant", 
                    "kms:GenerateDataKey"  
                    "kms:GenerateDataKeyWithoutPlainText", 
            ], 
            "Resource": "*"
}

Cifre sus datos en la aplicación Canvas SageMaker

La primera clave de KMS que puede utilizar en SageMaker Canvas se utiliza para cifrar los datos 
de la aplicación almacenados en los volúmenes de Amazon Elastic Block Store (Amazon EBS) 
y en el Amazon Elastic File System que SageMaker se crea en su dominio. SageMaker Canvas 
cifra los datos con esta clave en la aplicación subyacente y en los sistemas de almacenamiento 
temporal que se crean al utilizar instancias de cómputo para crear modelos y generar información. 
SageMaker Canvas transfiere la clave a otros AWS servicios, como el piloto automático, cada vez 
que SageMaker Canvas inicia trabajos con ellos para procesar sus datos.

Puede especificar esta clave configurando el KmsKeyID en la llamada a la API CreateDomain o 
mientras realiza la configuración del dominio estándar en la consola. Si no especifica su propia clave 
de KMS, SageMaker utiliza una clave de KMS AWS administrada predeterminada para cifrar sus 
datos en la SageMaker aplicación Canvas.

Para especificar tu propia clave KMS para usarla en la aplicación SageMaker Canvas a través de la 
consola, primero configura tu SageMaker dominio de Amazon mediante la configuración estándar. 
Utilice el siguiente procedimiento para completar la sección de red y almacenamiento del dominio.
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1. Rellene la configuración de Amazon VPC que desee.

2. En Clave de cifrado, elija Especifique el ARN de una clave de KMS.

3. Para el ARN de KMS, introduzca el ARN de la clave de KMS, que 
debe tener un formato similar al siguiente: arn:aws:kms:example-
region-1:123456789098:key/111aa2bb-333c-4d44-5555-a111bb2c33dd

Cifre los datos de SageMaker Canvas guardados en Amazon S3

La segunda clave de KMS que puede especificar se usa para los datos que SageMaker Canvas 
almacena en Amazon S3. SageMaker Canvas guarda los duplicados de sus conjuntos de datos 
de entrada, datos de aplicaciones y modelos y datos de salida en el depósito SageMaker S3 
predeterminado de la región para su cuenta. El patrón de nomenclatura de este depósito ess3://
sagemaker-{Region}-{your-account-id}, y SageMaker Canvas almacena los datos en la
Canvas/ carpeta.

1. Active la opción Habilitar el uso compartido de recursos de bloc de notas.

2. En cuanto a la Ubicación de S3 para los recursos de bloc de notas que se pueden compartir, 
deje la ruta predeterminada de Amazon S3. Tenga en cuenta que SageMaker Canvas no usa 
esta ruta de Amazon S3; esta ruta de Amazon S3 se usa para los portátiles Studio Classic.

3. En Clave de cifrado, elija Especifique el ARN de una clave de KMS.

4. Para el ARN de KMS, introduzca el ARN de la clave de KMS, que 
debe tener un formato similar al siguiente: arn:aws:kms:us-
east-1:111122223333:key/111aa2bb-333c-4d44-5555-a111bb2c33dd

Importación de conjuntos de datos cifrados desde Amazon S3

Es posible que sus usuarios tengan conjuntos de datos cifrados con una clave KMS. Si bien en la 
sección anterior se muestra cómo cifrar los datos en SageMaker Canvas y los datos almacenados 
en Amazon S3, debe conceder permisos adicionales a la función de IAM de su usuario si quiere 
importar datos de Amazon S3 que ya estén cifrados con. AWS KMS

Para conceder a sus usuarios permisos para importar conjuntos de datos cifrados de Amazon S3 a 
SageMaker Canvas, añada los siguientes permisos a la función de ejecución de IAM que ha utilizado 
para el perfil de usuario.
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      "kms:Decrypt", 
      "kms:GenerateDataKey" 
    

Para aprender a administrar los permisos de IAM para un rol, consulte Adición y eliminación de 
permisos de identidad de IAM en la Guía del usuario de IAM. Para obtener más información sobre 
las claves KMS, consulte Políticas de claves de AWS Key Management Service en la Guía para 
desarrolladores de AWS KMS.

Preguntas frecuentes

Consulte las siguientes preguntas frecuentes para obtener respuestas a las preguntas más 
frecuentes sobre el soporte de SageMaker CanvasAWS KMS.

P: ¿Conserva SageMaker Canvas mi clave KMS?

R: No. SageMaker Canvas puede almacenar temporalmente su clave en caché o pasarla a otros 
AWS servicios (como el piloto automático), pero SageMaker Canvas no conserva su clave KMS.

P: He especificado una clave KMS al configurar mi dominio. ¿Por qué no se pudo importar mi 
conjunto de datos a SageMaker Canvas?

R: Es posible que el rol de IAM de su usuario no tenga permisos para usar esa clave KMS. Para 
conceder permisos de usuario, consulte los Requisitos previos. Otro posible error es que tenga una 
política de bucket en su bucket de Amazon S3 que requiera el uso de una clave KMS específica que 
no coincida con la clave de KMS que especificó en su dominio. Asegúrese de especificar la misma 
clave KMS para su bucket de Amazon S3 y su dominio.

P: ¿Cómo puedo encontrar el bucket de SageMaker Amazon S3 predeterminado de la región para mi 
cuenta?

R: El bucket de Amazon S3 predeterminado sigue el patrón de nomenclatura s3://
sagemaker-{Region}-{your-account-id}. La Canvas/ carpeta de este depósito almacena 
los datos de su aplicación SageMaker Canvas.

P: ¿Puedo cambiar el bucket de SageMaker Amazon S3 predeterminado que se usa para almacenar 
los datos de SageMaker Canvas?

R: No, SageMaker crea este depósito por usted.
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P: ¿Qué almacena SageMaker Canvas en el bucket predeterminado de SageMaker Amazon S3?

R: SageMaker Canvas usa el bucket predeterminado de SageMaker Amazon S3 para almacenar 
duplicados de sus conjuntos de datos de entrada, artefactos de modelos y salidas de modelos.

P: ¿Qué casos de uso se admiten para usar claves KMS con Canvas? SageMaker

R: Con SageMaker Canvas, puede usar sus propias claves de cifrado AWS KMS para crear modelos 
de regresión, clasificación binaria y multiclase y previsión de series temporales, así como para 
realizar inferencias por lotes con su modelo.

P: ¿Puedo cifrar los modelos de previsión de series temporales en Canvas? SageMaker

R: Sí. Debe conceder permisos adicionales a su clave KMS para poder realizar previsiones cifradas 
de series temporales. Para obtener más información sobre cómo modificar la política de claves para 
conceder permisos de previsión de series temporales, consulte Requisitos previos para previsión de 
series temporales.

Concesión de permisos a sus usuarios para crear modelos personalizados de 
predicción de imágenes y textos

En Amazon SageMaker Canvas, puede crear modelos personalizados para satisfacer sus 
necesidades empresariales específicas. Dos de estos tipos de modelos personalizados son la 
predicción de imágenes de etiqueta única y la predicción de texto multicategoría. Los permisos para 
crear estos tipos de modelos están incluidos en la denominada política AWS Identity and Access 
Management (IAM) AmazonSageMakerCanvasFullAccess, que se asocia de SageMaker forma 
predeterminada a la función de ejecución de IAM del usuario si deja activados los permisos básicos 
de Canvas.

Sin embargo, si utiliza una configuración de IAM personalizada, debe añadir permisos de forma 
explícita al rol de ejecución de IAM del usuario para que pueda crear tipos de modelos de predicción 
de texto e imágenes personalizados. Para conceder los permisos necesarios para crear modelos 
de predicción de imágenes y textos, lea la siguiente sección para aprender a asociar una política de 
permisos mínimos a su rol.

Para agregar los permisos al rol de IAM de su usuario, haga lo siguiente:

1. Vaya a la consola de IAM.

2. Elija Roles.
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3. En el cuadro de búsqueda, busque el rol de IAM del usuario por su nombre y selecciónelo.

4. En la página del rol del usuario, en Permisos, seleccione Agregar permisos.

5. Elija Crear política insertada.

6. Seleccione la pestaña JSON y pegue la siguiente política de permisos mínimos en el editor.

{
"Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateAutoMLJobV2", 
                "sagemaker:DescribeAutoMLJobV2" 
            ], 
            "Resource": "*" 
        } 
    ]
}

7. Elija Revisar política.

8. Introduzca un Nombre para la política.

9. Elija Crear política.

Para obtener más información sobre políticas administradas de AWS, consulte Políticas 
administradas y políticas insertadas en la Guía del usuario de IAM.

Conceda a sus usuarios permisos para realizar previsiones de series temporales

Para realizar pronósticos de series temporales en Amazon SageMaker Canvas, sus usuarios deben 
tener los permisos necesarios. El método preferido para conceder estos permisos a los usuarios es 
activar la opción de previsión de series temporales al configurar el SageMaker dominio de Amazon o 
al editar la configuración de un perfil de usuario específico. También puede utilizar el método manual 
de asociar una política y una relación de confianza para Amazon Forecast al rol de AWS Identity and 
Access Management (IAM).

Si desea cifrar las previsiones de series temporales con su propia clave, debe utilizar una clave de 
AWS KMS y modificar la política de claves de KMS para conceder permisos al rol que utiliza Amazon 
Forecast. Para obtener más información sobre cómo configurar su clave KMS y modificar la política 
de previsión de series temporales, consulte Requisitos previos para previsión de series temporales.
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Método de configuración de dominio

SageMaker te ofrece la opción de conceder permisos de previsión de series temporales a los 
usuarios a través de la configuración del dominio. Puede cambiar los permisos de todos los usuarios 
de su dominio y se las SageMaker arregla adjuntando la política de IAM y la relación de confianza 
necesarias.

Si estás configurando tu SageMaker dominio de Amazon por primera vez y quieres activar los 
permisos de previsión de series temporales para todos los usuarios del dominio, sigue estos 
procedimientos.

Quick setup

Utilice el siguiente procedimiento para activar los permisos de previsión de series temporales de 
SageMaker Canvas al realizar una configuración rápida para su dominio.

1. En la configuración rápida de Amazon SageMaker Domain, rellena los campos Nombre y rol 
de ejecución predeterminado en la sección Perfil de usuario.

2. Deje activada la opción Habilitar los permisos de SageMaker Canvas. Está activada de forma 
predeterminada.

3. Seleccione Enviar para terminar de configurar su dominio.

Standard setup

Utilice el siguiente procedimiento para activar los permisos de previsión de series temporales de 
SageMaker Canvas cuando realice una configuración estándar para su dominio.

1. En la configuración estándar de Amazon SageMaker Domain, rellena las páginas
Configuración general, Configuración de Studio y Configuración de RStudio.

2. Elija la página de Configuración de Canvas.

3. Para la Configuración de permisos de Canvas, deje activada la opción Habilitar permisos 
base de Canvas. Está activada de forma predeterminada. Estos permisos son necesarios 
para activar los permisos de previsión de series temporales.

4. En Configuración de previsiones de serie temporal, mantenga activada la opción Habilitar 
previsiones de serie temporal. Está activada de forma predeterminada.

5. Seleccione Crear y utilizar un rol de ejecución nuevo o seleccione Usar un rol de ejecución 
existente si ya tiene un rol de IAM con los permisos de Amazon Forecast necesarios 
asociados. Para obtener más información, consulte Método de configuración de roles de IAM.
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6. Termine de realizar cualquier otro cambio en la configuración de su dominio y, a 
continuación, seleccione Enviar.

Sus usuarios ahora deberían tener los permisos necesarios para realizar pronósticos de series 
temporales en SageMaker Canvas.

Método de configuración de usuario

Puede configurar los permisos de previsión de series temporales para los usuarios individuales 
de un dominio existente. La configuración del perfil de usuario anula la configuración general del 
dominio, por lo que puede conceder permisos a usuarios específicos sin conceder permisos a todos 
los usuarios. Para conceder permisos de previsión de series temporales a un usuario específico que 
aún no los tenga, utilice el siguiente procedimiento.

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, seleccione su dominio.

5. En la pestaña Perfiles de usuario, seleccione el nombre del usuario cuyos permisos desee 
editar.

6. En la página Detalles del usuario, elija Editar.

7. Elija la página de Configuración de Canvas.

8. Active Habilitar permisos base de Canvas. Estos permisos son necesarios para activar los 
permisos de previsión de series temporales.

9. Active la opción Habilitar previsiones de serie temporal.

10. Si desea utilizar para el usuario un rol de ejecución diferente al rol especificado en el dominio, 
seleccione Crear y utilizar un rol de ejecución nuevo o Usar un rol de ejecución existente si ya 
tiene un rol de IAM listo para usarse.

Note

Si desea utilizar un rol de IAM existente, asegúrese de que tenga la política de IAM
AmazonSageMakerCanvasForecastAccess asociada y de que tenga una relación 
de confianza que establezca Amazon Forecast como entidad principal de servicio. Para 
obtener más información, consulte la sección Método de configuración de roles de IAM.
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11. La página Configuración de Canvas debería tener un aspecto similar al de la siguiente captura 
de pantalla. Finalice cualquier otra modificación en su perfil de usuario y, a continuación, 
seleccione Enviar para guardar los cambios.

Su usuario ahora debería tener permiso para realizar pronósticos de series temporales en 
SageMaker Canvas.

También puede eliminar los permisos de su usuario siguiendo el procedimiento anterior y 
desactivando la opción Habilitar la previsión de series temporales.
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Método de configuración de roles de IAM

Puede conceder manualmente a sus usuarios permisos para realizar pronósticos de series 
temporales en Amazon SageMaker Canvas añadiendo permisos adicionales al rol AWS Identity 
and Access Management (IAM) especificado para el perfil del usuario. El rol de IAM debe tener 
una relación de confianza con Amazon Forecast y una política asociada que otorgue permisos a 
Forecast.

En la siguiente sección, se muestra cómo crear la relación de confianza y cómo asociar la política
AmazonSageMakerCanvasForecastAccess administrada a su función de IAM, lo que le otorga 
los permisos mínimos necesarios para que la previsión de series temporales funcione en Canvas. 
SageMaker

Note

La AmazonSageMakerCanvasForecastAccess política otorga permisos para acceder 
al depósito SageMaker de Amazon S3 creado, que es la ubicación de almacenamiento 
predeterminada para los datos de la aplicación Canvas. Si ha especificado una ubicación 
de almacenamiento de Amazon S3 personalizada para los datos de la aplicación de 
Canvas, debe actualizar los permisos de la política a su propio bucket de Amazon S3. Para 
obtener más información acerca de las ubicaciones de almacenamiento de Amazon S3 
personalizadas para Canvas, consulte Configurar el almacenamiento de Amazon S3.

Para configurar un rol de IAM con el método manual, utilice el siguiente procedimiento.

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, seleccione su dominio.

5. En la lista de Perfiles de usuario, seleccione el perfil del usuario al que quiera conceder permisos 
de previsión de series temporales.

6. En Detalles, copie o anote el nombre del Rol de ejecución del usuario. El nombre del rol de IAM 
debería ser similar al siguiente: 111122223333.
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7. Una vez que tenga el nombre del rol de IAM del usuario, vaya a la consola de IAM.

8. Elija Roles.

9. Busque el rol de IAM del usuario por su nombre en la lista de roles y selecciónelo.

10. En Permisos, elija Agregar permisos.

11. Seleccione Asociar políticas.

12. Busque la política gestionada AmazonSageMakerCanvasForecastAccess y selecciónela. 
Elija Asociar políticas para asociar la política al rol.

Tras asociar la política, ahora la sección de Permisos del rol debería incluir
AmazonSageMakerCanvasForecastAccess.

13. Vuelva a la página del rol de IAM y, en Relaciones de confianza, seleccione Editar política de 
confianza.

14. En el editor Editar política de confianza, actualice la política de confianza para añadir Forecast 
como entidad principal de servicio. Esta política debería ser igual al siguiente ejemplo:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
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      "Effect": "Allow", 
      "Principal": { 
        "Service": [ 
            "sagemaker.amazonaws.com", 
            "forecast.amazonaws.com" 
        ] 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
} 
   

15. Tras editar la política de confianza, seleccione Actualizar política.

Ahora debería tener una función de IAM con la política
AmazonSageMakerCanvasForecastAccess asociada y una relación de confianza establecida 
con Amazon Forecast, que dé a los usuarios permiso para realizar pronósticos de series temporales 
en SageMaker Canvas. Para obtener más información sobre las políticas administradas de AWS, 
consulte Políticas administradas y políticas insertadas.

Note

Si utiliza este método para configurar la previsión de series temporales y desea utilizar el 
cifrado de AWS KMS para sus previsiones, debe configurar su política de claves de KMS 
para conceder permisos adicionales. Para obtener más información, consulte Requisitos 
previos para previsión de series temporales.

Otorgue a los usuarios permisos para ajustar con precisión los modelos básicos

Para conceder permisos para ajustar con precisión los modelos de base en Amazon SageMaker 
Canvas, debe completar la configuración de permisos que se describe en esta página. Debe 
conceder permisos de usuario para los eady-to-use modelos R, lo que vincula la ServicesAccess 
política de AmazonSageMakerCanvasIA a la función de ejecución de AWS IAM de su usuario. 
También debe crear una relación de confianza entre Amazon Bedrock y la función de ejecución de 
IAM.
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Otorgue permisos a eady-to-use los modelos R

Los permisos que necesita para ajustar los modelos de base se incluyen en los permisos de los 
eady-to-use modelos Canvas R. Debe activar los permisos de configuración de eady-to-use los 
modelos Canvas R al configurar su SageMaker dominio de Amazon. Para obtener más información, 
consulte Requisitos previos para configurar Amazon Canvas SageMaker .

Puede editar la configuración de su dominio o perfil de usuario para activar la configuración de eady-
to-use los modelos Canvas R. Para obtener más información sobre cómo editar la configuración de 
su dominio, consulte Ver y editar dominios.

También puede adjuntar manualmente la ServicesAccess política de AmazonSageMakerCanvasIA
a la función de ejecución de IAM del usuario a través de la consola de IAM. Para obtener más 
información sobre cómo asociar una política a un rol, consulte Añadir y eliminar permisos de 
identidad de IAM en la Guía del AWS usuario de IAM.

Cree una relación de confianza con Amazon Bedrock

Debe crear una relación de confianza con Amazon Bedrock para que Amazon Bedrock pueda asumir 
la función de IAM de su usuario y, al mismo tiempo, afinar los modelos básicos.

Para añadir una relación de confianza a la suya, tome nota de la función de IAM de su dominio o 
perfil de usuario. A continuación, proceda del modo siguiente:

1. Vaya a la consola de IAM: https://console.aws.amazon.com/iam/.

2. En el panel de navegación izquierdo, seleccione Roles.

3. Busque el rol de IAM del usuario por su nombre en la lista de roles y selecciónelo.

4. Seleccione la pestaña Relaciones de confianza.

5. Elija Editar la política de confianza.

6. En el editor de políticas, busca la opción Añadir un principal en el panel derecho y selecciona
Añadir.

7. En el cuadro de diálogo, en Tipo principal, seleccione AWSservicios.

8. Para ARN, introduzca. bedrock.amazonaws.com

9. Elija Agregar principal.

10. Elija Actualizar política.
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Ahora debería tener una relación de confianza con Amazon Bedrock y los permisos necesarios para 
ajustar los modelos de base en Canvas. SageMaker

Actualice SageMaker Canvas para sus usuarios

Puede actualizar a la última versión de Amazon SageMaker Canvas como usuario o administrador de 
TI. Puede actualizar Amazon SageMaker Canvas para un solo usuario a la vez.

Para actualizar la aplicación Amazon SageMaker Canvas, debe eliminar la versión anterior.

Important

Al eliminar la versión anterior de Amazon SageMaker Canvas, no se eliminan los datos ni los 
modelos que han creado los usuarios.

Utilice el siguiente procedimiento para iniciar sesiónAWS, abrir Amazon SageMaker Domain y 
actualizar Amazon SageMaker Canvas. Los usuarios pueden empezar a utilizar la aplicación 
SageMaker Canvas cuando vuelvan a iniciar sesión.

1. Inicia sesión en la SageMaker consola de Amazon en Amazon SageMaker Runtime.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, seleccione su dominio.

5. En la lista de Perfiles de usuario, seleccione un perfil de usuario.

6. Para ver la lista de Aplicaciones, busque la aplicación de Canvas (el Tipo de aplicación indica
Canvas) y seleccione Eliminar aplicación.

7. Complete el cuadro de diálogo y elija Confirmar acción.

La imagen siguiente muestra la página de perfil del usuario y está resaltada la acción Eliminar la 
aplicación del procedimiento anterior.
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Solicitud de un aumento de cuota

Es posible que sus usuarios utilicen recursos de AWS en cantidades que superen las especificadas 
en sus cuotas. Si sus usuarios tienen recursos limitados y encuentran errores en SageMaker 
Canvas, puede solicitar un aumento de cuota para ellos.

Para obtener más información sobre SageMaker las cuotas y cómo solicitar un aumento de las 
cuotas, consulte Cuotas.

Amazon SageMaker Canvas utiliza los siguientes servicios para procesar las solicitudes de sus 
usuarios:

• Piloto SageMaker automático Amazon

• Dominio Amazon SageMaker Studio Classic

• Amazon Forecast

Para obtener una lista de las cuotas disponibles para las operaciones de SageMaker Canvas que no 
se utilizan para pronosticar datos de series temporales, consulta los  SageMaker puntos de conexión 
y las cuotas de Amazon.
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Para obtener una lista de las cuotas disponibles para las operaciones de SageMaker Canvas que 
se utilizan para pronosticar datos de series temporales, consulte los puntos finales y las cuotas de 
Amazon Forecast.

Solicite un aumento del número de instancias para crear modelos personalizados

Al crear un modelo personalizado, si detecta un error durante el análisis posterior a la creación 
que indique que debe aumentar la cuota de las instancias ml.m5.2xlarge, utilice la siguiente 
información para resolver el problema.

Debe aumentar la cuota de puntos de conexión de SageMaker alojamiento para el tipo de
ml.m5.2xlarge instancia hasta un valor distinto de cero en su AWS cuenta. Tras crear un modelo, 
SageMaker Canvas lo aloja en un punto final de SageMaker alojamiento y lo utiliza para generar 
el análisis posterior a la creación. Si no aumentas la cuota de cuenta predeterminada a 0 para las
ml.m5.2xlarge instancias, SageMaker Canvas no podrá completar este paso y generará un error 
durante el análisis posterior a la creación.

Para conocer el procedimiento para aumentar la cuota, consulte Solicitar un aumento de cuota en la
Guía del usuario de Service Quotas.

Concesión a los usuarios de permisos para importar datos de Amazon Redshift

Es posible que sus usuarios tengan conjuntos de datos almacenados en Amazon Redshift. Antes 
de que los usuarios puedan importar datos de Amazon Redshift a SageMaker Canvas, debe añadir 
la política AmazonRedshiftFullAccess gestionada a la función de ejecución de IAM que ha 
utilizado para el perfil de usuario y añadir Amazon Redshift como principal de servicio a la política 
de confianza de la función. También debe asociar el rol de ejecución de IAM a su clúster de Amazon 
Redshift. Complete los procedimientos de las siguientes secciones para conceder a sus usuarios los 
permisos necesarios para importar datos de Amazon Redshift.

Agregar permisos de Amazon Redshift a su rol de IAM

Debe conceder permisos de Amazon Redshift para el rol de IAM especificado en su perfil de usuario.

Para agregar la política AmazonRedshiftFullAccess al rol de IAM de su usuario, haga lo 
siguiente:

1. Inicie sesión en la consola de IAM en https://console.aws.amazon.com/iam/.

2. Elija Roles.
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3. En el cuadro de búsqueda, busque el rol de IAM del usuario por su nombre y selecciónelo.

4. En la página del rol del usuario, en Permisos, seleccione Agregar permisos.

5. Seleccione Asociar políticas.

6. Busque la política gestionada AmazonRedshiftFullAccess y selecciónela.

7. Elija Asociar políticas para asociar la política al rol.

Tras asociar la política, ahora la sección de Permisos del rol debería incluir
AmazonRedshiftFullAccess.

Para agregar Amazon Redshift como entidad principal de servicio al rol de IAM, haga lo siguiente.

1. En la misma página para el rol de IAM, en Relaciones de confianza, elija Editar política de 
confianza.

2. En el editor Editar política de confianza, actualice la política de confianza para añadir Amazon 
Redshift como entidad principal de servicio. Un rol de IAM que permita a Amazon Redshift 
obtener acceso a otros servicios de AWS en su nombre tiene la siguiente relación de confianza:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "redshift.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}     

3. Tras editar la política de confianza, seleccione Actualizar política.

Ahora debe tener un rol de IAM con la política AmazonRedshiftFullAccess asociada y una 
relación de confianza establecida con Amazon Redshift, que dé a los usuarios permiso para importar 
datos de Amazon Redshift a Canvas. SageMaker Para obtener más información sobre políticas 
administradas de AWS, consulte Políticas administradas y políticas insertadas en la Guía del usuario 
de IAM.

Configuración y administración de Amazon SageMaker Canvas (para administradores de TI) 782

https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_managed-vs-inline.html


Amazon SageMaker Guía para desarrolladores

Asociación del rol de IAM al clúster de Amazon Redshift

En la configuración de su clúster de Amazon Redshift, debe asociar el rol de IAM al que concedió los 
permisos en la sección anterior.

Pasos para asociar el rol de IAM a su clúster, haga lo siguiente.

1. Inicie sesión en la consola de Amazon Redshift en https://console.aws.amazon.com/redshift/.

2. En el menú de navegación, elija Clústeres y, a continuación, elija el nombre del clúster que 
desea actualizar.

3. En el menú desplegable Acciones, seleccione Administrar los roles de IAM. Aparece la página
Permisos del clúster.

4. Para Roles de IAM disponibles, introduzca el ARN o el nombre del rol de IAM, o elija el rol de 
IAM de la lista.

5. Luego, elija Asociar rol de IAM para agregarlo a la lista de Roles de IAM asociados del clúster.

6. Seleccione Guardar cambios para asociar el rol de IAM al clúster.

Amazon Redshift modifica el clúster para completar el cambio y el rol de IAM para el que 
anteriormente concedía permisos de Amazon Redshift ahora está asociado a su clúster de Amazon 
Redshift. Sus usuarios ahora tienen los permisos necesarios para importar datos de Amazon 
Redshift a SageMaker Canvas.

Otorgue a los usuarios permisos para colaborar con Studio Classic

Note

La funcionalidad descrita en esta página solo se aplica a Amazon SageMaker Studio Classic. 
Actualmente, solo puede compartir modelos en Canvas (o ver modelos Canvas compartidos) 
en Studio Classic. Si actualmente usa la última versión de Studio, debe ejecutar Studio 
Classic desde la última versión de Studio para compartir modelos en Canvas o ver los 
modelos compartidos desde Canvas. Para obtener más información sobre cómo acceder a 
Studio Classic, consulta la documentación de Studio Classic.

Es posible que sus usuarios de Amazon SageMaker Canvas deseen compartir sus modelos con 
los usuarios de Amazon SageMaker Studio Classic para recibir comentarios y actualizaciones de 
modelos, y los usuarios de Studio Classic pueden querer compartir modelos con los usuarios de 
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Canvas para que puedan generar predicciones en Canvas. Los siguientes permisos permiten a los 
usuarios de Canvas y a los usuarios de Studio Classic compartir modelos entre sí.

Para obtener más información sobre cómo los usuarios de Canvas pueden compartir modelos con 
los usuarios de Studio Classic, consulteColaboración con científicos de datos. Para obtener más 
información sobre cómo los usuarios de Canvas pueden traer un modelo compartido desde Studio 
Classic, consulteLleve su propio modelo a SageMaker Canvas.

Para que los usuarios de Canvas y Studio Classic puedan colaborar, deben estar en el mismo 
SageMaker dominio de Amazon. Agregue los siguientes permisos de IAM al mismo rol de ejecución 
de IAM que utilizó para sus perfiles.

Para agregar los permisos al rol de IAM de su usuario, haga lo siguiente:

1. Vaya a la consola de IAM.

2. Elija Roles.

3. En el cuadro de búsqueda, busque el rol de IAM del usuario por su nombre y selecciónelo.

4. En la página del rol del usuario, en Permisos, seleccione Agregar permisos.

5. Elija Crear política insertada.

6. En Editor de políticas, seleccione JSON e introduzca la siguiente política de IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateSharedModel", 
                "sagemaker:DescribeSharedModel", 
                "sagemaker:ListSharedModelEvents", 
                "sagemaker:ListSharedModels", 
                "sagemaker:ListSharedModelVersions", 
                "sagemaker:SendSharedModelEvent", 
                "sagemaker:UpdateSharedModel" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Configuración y administración de Amazon SageMaker Canvas (para administradores de TI) 784

https://console.aws.amazon.com/iamv2


Amazon SageMaker Guía para desarrolladores

7. Elija Siguiente.

8. Escriba un nombre para la política en el campo Nombre de la política.

9. A continuación, elija Crear política para crear la política y asóciela al rol.

Para obtener más información sobre políticas administradas de AWS, consulte Políticas 
administradas y políticas insertadas en la Guía del usuario de IAM.

Conceda a sus usuarios permisos para enviar predicciones a Amazon QuickSight

Debe conceder permisos a sus usuarios de SageMaker Canvas para enviar predicciones por lotes 
a Amazon QuickSight. En Amazon QuickSight, los usuarios pueden crear análisis e informes con un 
conjunto de datos y preparar paneles para compartir sus resultados. Para obtener más información 
sobre cómo enviar predicciones QuickSight para su análisis, consulteEnviar predicciones a Amazon 
QuickSight.

Para conceder los permisos necesarios para compartir las predicciones por lotes con los usuarios 
QuickSight, debe añadir una política de permisos a la función de ejecución AWS Identity and Access 
Management (IAM) que ha utilizado para el perfil de usuario. En la siguiente sección se muestra 
cómo asociar una política de permisos mínimos a su rol.

Agregar la política de permisos a su rol de IAM

Para agregar la política de permisos, siga este procedimiento:

1. Inicie sesión en la consola de IAM en https://console.aws.amazon.com/iam/.

2. Elija Roles.

3. En el cuadro de búsqueda, busque el rol de IAM del usuario por su nombre y selecciónelo.

4. En la página del rol del usuario, en Permisos, seleccione Agregar permisos.

5. Elija Crear política insertada.

6. Seleccione la pestaña JSON y pegue la siguiente política de permisos mínimos en el editor. 
Sustituya los marcadores de posición <your-account-number> por su número de cuenta de 
AWS.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
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            "Action": [ 
                "quicksight:CreateDataSet", 
                "quicksight:ListUsers", 
                "quicksight:ListNamespaces", 
                "quicksight:CreateDataSource", 
                "quicksight:PassDataSet", 
                "quicksight:PassDataSource" 
            ], 
            "Resource":[ 
                "arn:aws:quicksight:*:<your-account-number>:datasource/*", 
                "arn:aws:quicksight:*:<your-account-number>:user/*", 
                "arn:aws:quicksight:*:<your-account-number>:namespace/*", 
                "arn:aws:quicksight:*:<your-account-number>:dataset/*" 
            ] 
        } 
    ]
}

7. Elija Revisar política.

8. Introduzca un Nombre para la política.

9. Elija Crear política.

Ahora debería incorporar a su función de ejecución una política de IAM gestionada por el cliente que 
conceda a sus usuarios de Canvas los permisos necesarios para enviar predicciones por lotes a los 
usuarios. QuickSight

Administración de aplicaciones

Las siguientes secciones describen cómo puede administrar sus aplicaciones de SageMaker 
Canvas. Puede ver, eliminar o volver a iniciar sus aplicaciones desde la sección Dominios de la 
SageMaker consola.

Comprobación de la existencia de aplicaciones activas

Para comprobar si tiene alguna aplicación de SageMaker Canvas en ejecución activa, utilice el 
siguiente procedimiento.

1. Abra la consola de SageMaker .

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.
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4. En la página Dominios, seleccione su dominio.

5. En la página Detalles del dominio, en Perfiles de usuario, seleccione el nombre del perfil de 
usuario de la aplicación Canvas que quiera ver.

6. En Aplicaciones, busque la aplicación que diga Canvas en la columna Tipo de aplicación.

La columna Estado muestra el estado de la aplicación, como Lista, Pendiente o Eliminada. Si la 
aplicación está lista, significa que su instancia de espacio de trabajo de SageMaker Canvas está 
activa. Puede eliminar la aplicación de la consola o cerrar sesión en la interfaz de SageMaker 
Canvas.

Eliminación de la aplicación

Si desea finalizar su instancia de espacio de trabajo de SageMaker Canvas, puede cerrar sesión en 
la aplicación SageMaker Canvas o eliminar la aplicación de la SageMaker consola. Una instancia 
de espacio de trabajo está dedicada a su uso desde que comienza a usar SageMaker Canvas hasta 
el momento en que deja de usarla. Al eliminar la aplicación, solo se cierra la instancia del espacio 
de trabajo. Los modelos y los conjuntos de datos no se ven afectados, pero las tareas de creación 
rápida se reinician automáticamente cuando vuelve a iniciar sesión. La facturación de la instancia del 
espacio de trabajo también se detiene.

Para eliminar la aplicación de Canvas a través de la consola de AWS, cierre primero la pestaña 
del navegador en la que estaba abierta la aplicación de Canvas. A continuación, utilice el siguiente 
procedimiento para eliminar la aplicación de SageMaker Canvas.

1. Abra la consola de SageMaker .

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, seleccione su dominio.

5. En la página Detalles del dominio, en Perfiles de usuario, seleccione el nombre del perfil de 
usuario de la aplicación Canvas que quiera ver.

6. En Aplicaciones, busque la aplicación que diga Canvas en la columna Tipo de aplicación.

7. En la columna Acción, elija Eliminar aplicación.

8. En el cuadro de diálogo Eliminar aplicación, seleccione el mensaje Sí, eliminar aplicación, 
confirme la eliminación escribiendo delete en el campo de texto y, a continuación, seleccione
Eliminar.
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Cuando haya eliminado correctamente la aplicación, en la columna Estado aparecerá Eliminada. De 
lo contrario, la aplicación seguirá activa.

También puede finalizar la instancia del espacio de trabajo cerrando sesión en la aplicación 
SageMaker Canvas.

Relanzar la aplicación

Si elimina o cierra sesión en su aplicación SageMaker Canvas y desea volver a iniciarla, utilice el 
siguiente procedimiento.

1. Vaya a la consola de SageMaker .

2. En el panel de navegación, elija Canvas.

3. En la página de inicio de SageMaker Canvas, en el cuadro Comenzar, seleccione su perfil de 
usuario en el menú desplegable.

4. Seleccione Abrir Canvas para abrir la aplicación.

SageMaker Canvas comienza a lanzar la aplicación.

También puede utilizar el siguiente procedimiento secundario si tiene algún problema con el 
procedimiento anterior.

1. Abra la consola de SageMaker .

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la página Dominios, seleccione su dominio.

5. En la página de detalles del dominio, en Perfiles de usuario, seleccione el nombre del perfil de 
usuario de la aplicación SageMaker Canvas que desee ver.

6. Elija Lanzar y seleccione Canvas en la lista desplegable.

SageMaker Canvas comienza a lanzar la aplicación.

Configurar Amazon SageMaker Canvas en una VPC sin acceso a Internet

La aplicación Amazon SageMaker Canvas se ejecuta en un contenedor de una Amazon Virtual 
Private Cloud (VPC) AWS gestionada. Si desea controlar aún más el acceso a sus recursos 
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o ejecutar SageMaker Canvas sin acceso público a Internet, puede configurar sus ajustes de 
SageMaker dominio de Amazon y VPC. Dentro de su propia VPC, puede configurar ajustes como 
grupos de seguridad (firewalls virtuales que controlan el tráfico entrante y saliente de las instancias 
de Amazon EC2) y subredes (rangos de direcciones IP en su VPC). Para obtener más información 
sobre las VPC, consulte Cómo funciona Amazon VPC.

Cuando la aplicación SageMaker Canvas se ejecuta en la VPC AWS gestionada, puede interactuar 
con otros AWS servicios mediante una conexión a Internet o mediante puntos de conexión de la 
VPC creados en una VPC gestionada por el cliente (sin acceso público a Internet). SageMaker Las 
aplicaciones de Canvas pueden acceder a estos puntos finales de la VPC a través de una interfaz 
de red creada por Studio Classic que proporciona conectividad a la VPC gestionada por el cliente. 
El comportamiento predeterminado de la aplicación SageMaker Canvas es tener acceso a Internet. 
Cuando se utiliza una conexión a Internet, los contenedores de los trabajos anteriores acceden a los 
recursos de AWS a través de Internet, como los buckets de Amazon S3, donde se almacenan los 
datos de entrenamiento y los artefactos del modelo.

Sin embargo, si tiene requisitos de seguridad para controlar el acceso a sus contenedores de 
datos y trabajos, le recomendamos que configure SageMaker Canvas y su VPC para que no se 
pueda acceder a sus datos y contenedores a través de Internet. SageMaker utiliza los ajustes de 
configuración de VPC que especifique al configurar su dominio para SageMaker Canvas.

Si desea configurar su aplicación SageMaker Canvas sin acceso a Internet, debe configurar los 
ajustes de la VPC al incorporarla a Amazon SageMaker Domain, configurar los puntos de enlace de 
la VPC y conceder los permisos necesarios. AWS Identity and Access Management Para obtener 
información sobre la configuración de una VPC en Amazon SageMaker, consulte. Elección de una 
Amazon VPC En las siguientes secciones se describe cómo ejecutar SageMaker Canvas en una 
VPC sin acceso público a Internet.

Configurar Amazon SageMaker Canvas en una VPC sin acceso a Internet

Puede enviar tráfico desde SageMaker Canvas a otros AWS servicios a través de su propia 
VPC. Si su propia VPC no tiene acceso público a Internet y ha configurado su dominio en modo
solo VPC, SageMaker Canvas tampoco tendrá acceso público a Internet. Esto incluye todas las 
solicitudes, como el acceso a conjuntos de datos en Amazon S3 o los trabajos de entrenamiento 
para compilaciones estándares, y las solicitudes pasan por los puntos de conexión de VPC de 
su VPC en lugar de por el Internet público. Al incorporarse al dominio y Elección de una Amazon 
VPC, puede especificar su propia VPC como VPC predeterminada para el dominio, junto con la 
configuración de subred y grupo de seguridad que desee. A continuación, SageMaker crea una 
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interfaz de red en la VPC que SageMaker Canvas utiliza para acceder a los puntos finales de la VPC 
de la VPC. Tenga en cuenta que la configuración del grupo de seguridad y la subred se establece 
una vez que haya terminado de incorporarse al dominio.

Al incorporarse al dominio, si elige solo Internet público como tipo de acceso a la red, la VPC 
SageMaker se administra y permite el acceso a Internet.

Puede cambiar este comportamiento si elige solo VPC para que SageMaker envíe todo el tráfico 
a una interfaz de red que se SageMaker cree en la VPC especificada. Al elegir esta opción, debe 
proporcionar las subredes, los grupos de seguridad y los puntos de enlace de VPC necesarios para 
comunicarse con SageMaker la API SageMaker y el tiempo de ejecución, y AWS varios servicios, 
como Amazon S3 y CloudWatch Amazon, que utiliza Canvas. SageMaker Tenga en cuenta que solo 
puede importar datos de buckets de Amazon S3 ubicados en la misma región que su VPC.

Los siguientes procedimientos muestran cómo puede configurar estos ajustes para usar SageMaker 
Canvas sin Internet.

Paso 1: Incorporación a Amazon SageMaker Domain

Para enviar el tráfico de SageMaker Canvas a una interfaz de red de tu propia VPC en lugar de 
hacerlo a través de Internet, especifica la VPC que quieres usar al incorporarte a Amazon Domain. 
SageMaker  También debe especificar al menos dos subredes en la VPC SageMaker que pueda 
utilizar. Elija la Configuración estándar y lleve a cabo el siguiente procedimiento al configurar la
Sección de red y almacenamiento del dominio.

1. Seleccione la VPC que desee.

2. Elija dos o más Subredes. Si no especifica las subredes, SageMaker utiliza todas las subredes 
de la VPC.

3. Elija uno o varios Grupos de seguridad.

4. Elija Solo VPC para desactivar el acceso directo a Internet en la AWS VPC gestionada en la que 
se SageMaker aloja Canvas.

Tras deshabilitar el acceso a Internet, finalice el proceso de incorporación para configurar su dominio. 
Para obtener más información sobre la configuración de VPC para Amazon SageMaker Domain, 
consulte. Elección de una Amazon VPC
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Paso 2: Configuración de puntos de conexión de VPC y accesos

Note

Para configurar Canvas en su propia VPC, debe habilitar los nombres de host de DNS 
privados para los puntos de conexión de VPC. Para obtener más información, consulte
Conectarse SageMaker a un punto final de interfaz de VPC.

SageMaker Canvas solo accede a otros AWS servicios para administrar y almacenar datos para 
su funcionalidad. Por ejemplo, se conecta a Amazon Redshift si los usuarios acceden a una base 
de datos de Amazon Redshift. Puede conectarse a un servicio de AWS como Amazon Redshift 
mediante una conexión a Internet o un punto de conexión de VPC. Use puntos de conexión de VPC 
si quiere configurar conexiones desde su VPC a servicios de AWS que no utilicen el Internet público.

Un punto de conexión de VPC crea una conexión privada a un servicio de AWS que utiliza una ruta 
de red aislada del Internet público. Por ejemplo, si configura el acceso a Amazon S3 mediante un 
punto de enlace de VPC desde su propia VPC, la aplicación SageMaker Canvas puede acceder a 
Amazon S3 a través de la interfaz de red de su VPC y, después, a través del punto de enlace de 
VPC que se conecta a Amazon S3. La comunicación entre SageMaker Canvas y Amazon S3 es 
privada.

Para obtener más información acerca de la configuración de puntos de conexión de VPC, consulte
AWS PrivateLink. Si utiliza modelos de Amazon Bedrock en Canvas con una VPC, para obtener más 
información sobre cómo controlar el acceso a sus datos, consulte Protección de trabajos mediante 
una VPC en la Guía del usuario de Amazon Bedrock.

Los siguientes son los puntos finales de VPC para cada servicio que puede usar con Canvas: 
SageMaker

Servicio Punto de conexión Tipo de punto de conexión

AWS Application Auto Scaling com.amazo 
naws.Región.application-
autoscaling

Interfaz

Amazon Athena com.amazo 
naws.Región.athena

Interfaz
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Servicio Punto de conexión Tipo de punto de conexión

Amazon SageMaker com.amazo 
naws.Región.sagemaker.api

com.amazo 
naws.Región.sagemake 
r.runtime

com.amazo 
naws.Región.notebook

Interfaz

AWS Security Token Service com.amazonaws.Región.sts Interfaz

Amazon Elastic Container 
Registry (Amazon ECR)

com.amazo 
naws.Región.ecr.api

com.amazo 
naws.Región.ecr.dkr

Interfaz

Amazon Elastic Compute 
Cloud (Amazon EC2)

com.amazonaws.Región.ec2 Interfaz

Amazon Simple Storage 
Service (Amazon S3)

com.amazonaws.Región.s3 Puerta de enlace

Amazon Redshift com.amazo 
naws.Región.redshift-data

Interfaz

AWS Secrets Manager com.amazo 
naws.Región.secretsmanager

Interfaz

AWS Systems Manager com.amazonaws.Región.ssm Interfaz

Amazon CloudWatch com.amazo 
naws.Región.monitoring

Interfaz

Amazon CloudWatch Logs com.amazonaws.Región.logs Interfaz
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Servicio Punto de conexión Tipo de punto de conexión

Amazon Forecast com.amazo 
naws.Región.forecast

com.amazo 
naws.Región.forecastquery

Interfaz

Amazon Textract com.amazo 
naws.Región.textract

Interfaz

Amazon Comprehend com.amazo 
naws.Región.comprehend

Interfaz

Amazon Rekognition com.amazo 
naws.Región.rekognition

Interfaz

AWS Glue com.amazonaws.Región.glue Interfaz

AWS Application Auto Scaling com.amazo 
naws.Región.application-
autoscaling

Interfaz

Amazon Relational Database 
Service (Amazon RDS)

com.amazonaws.Región.rds Interfaz

Amazon Bedrock com.amazo 
naws.Región.bedrock- 
runtime

Interfaz

Amazon Kendra com.amazo 
naws.Región.kendra

Interfaz

Note

En el caso de Amazon Bedrock, el nombre del servicio de punto de conexión de la interfaz
com.amazonaws.Region.bedrock ha quedado obsoleto. Cree un nuevo punto de 
conexión de VPC con el nombre de servicio que aparece en la tabla anterior.
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Además, no se pueden ajustar con precisión los modelos básicos de las VPC de Canvas 
sin acceso a Internet. Esto se debe a que Amazon Bedrock no admite puntos de enlace de 
VPC para las API de personalización de modelos. Para obtener más información sobre cómo 
ajustar los modelos básicos en Canvas, consulte. Ajusta los modelos básicos

También debe añadir una política de puntos de conexión para que Amazon S3 controle el acceso 
AWS principal a su punto de enlace de VPC. Para obtener información sobre cómo actualizar 
la política de puntos de conexión de VPC, consulte Uso de políticas de punto de conexión para 
controlar el acceso a puntos de conexión de VPC.

A continuación, se muestran dos políticas de puntos finales de VPC que puede utilizar. Utilice 
la primera política si solo quiere conceder acceso a las funciones básicas de Canvas, como la 
importación de datos y la creación de modelos. Utilice la segunda política si quiere conceder acceso 
a las funciones generativas adicionales de IA de Canvas.

Basic VPC endpoint policy

La siguiente política otorga el acceso necesario a su punto final de VPC para las operaciones 
básicas en Canvas.

        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:CreateBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
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                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }

Generative AI VPC endpoint policy

La siguiente política otorga el acceso necesario a su punto final de VPC para realizar operaciones 
básicas en Canvas, además de utilizar modelos básicos de IA generativa.

        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:CreateBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*", 
                "arn:aws:s3:::*fmeval/datasets*", 
                "arn:aws:s3:::*jumpstart-cache-prod*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }

Paso 3: Concesión de permisos de IAM

El usuario de SageMaker Canvas debe tener los AWS Identity and Access Management permisos 
necesarios para permitir la conexión a los puntos finales de la VPC. La función de IAM a la 
que concedas permisos debe ser la misma que utilizaste al incorporarte a Amazon SageMaker 
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Domain. Puede adjuntar la AmazonSageMakerFullAccess política SageMaker gestionada a 
la función de IAM del usuario para concederle los permisos necesarios. Si necesita permisos de 
IAM más restrictivos y, en su lugar, utiliza políticas personalizadas, conceda el permiso al rol del
ec2:DescribeVpcEndpointServices usuario. SageMaker Canvas requiere estos permisos para 
verificar la existencia de los puntos finales de VPC necesarios para los trabajos de construcción 
estándar. Si detecta estos puntos de conexión de VPC, los trabajos de compilación estándares se 
ejecutan de forma predeterminada en la VPC. De lo contrario, se ejecutarán en la VPC administrada 
de AWS predeterminada.

Para obtener instrucciones sobre cómo asociar la política de AmazonSageMakerFullAccess IAM 
al rol de IAM del usuario, consulte Adición y eliminación de permisos de identidad de IAM.

Para conceder el permiso detallado ec2:DescribeVpcEndpointServices al rol de IAM de su 
usuario, utilice el siguiente procedimiento.

1. Inicie sesión en la AWS Management Console y abra la consola de IAM.

2. Seleccione Roles en el panel de navegación.

3. En la lista, seleccione el nombre del rol para el que quiera conceder los permisos.

4. Elija la pestaña Permisos.

5. Seleccione Agregar permisos y, a continuación, Crear política insertada.

6. Elija la pestaña JSON e introduzca la siguiente política, que otorga el permiso
ec2:DescribeVpcEndpointServices:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": "ec2:DescribeVpcEndpointServices", 
            "Resource": "*" 
        } 
    ]
}

7. Seleccione Revisar política y después especifique un Nombre para la política (por ejemplo,
VPCEndpointPermissions).

8. Elija Crear política.
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El rol de IAM del usuario ahora debería tener permisos para acceder a los puntos de conexión de 
VPC configurados en su VPC.

(Opcional) Paso 4: Anular la configuración del grupo de seguridad para usuarios específicos

Si es administrador, es posible que quiera que los distintos usuarios tengan una configuración de 
VPC diferente o una configuración de VPC específica para cada usuario. Al anular la configuración 
predeterminada del grupo de seguridad de la VPC para un usuario específico, esta configuración se 
transfiere a la aplicación SageMaker Canvas de ese usuario.

Puede anular los grupos de seguridad a los que tiene acceso un usuario específico en su 
VPC al configurar un nuevo perfil de usuario en Studio Classic. Puedes usar la llamada a la
CreateUserProfile SageMaker API (o create_user_profile con la AWS CLI) y, a continuación, en 
laUserSettings, puedes especificar la para el usuario. SecurityGroups

Configuración de las conexiones a los orígenes de datos con OAuth

En la siguiente sección, se describen los pasos que debe seguir para configurar las conexiones de 
OAuth a las fuentes de datos de Canvas. SageMaker OAuth es una plataforma de autenticación 
común para conceder acceso a los recursos sin compartir contraseñas. Con OAuth, puede 
conectarse rápidamente a sus datos desde Canvas e importarlos para crear modelos. Actualmente, 
Canvas es compatible con OAuth para Snowflake y Salesforce Data Cloud.

Note

Solo puede establecer una conexión OAuth para cada origen de datos.

Configuración de OAuth para Salesforce Data Cloud

Para configurar OAuth para Salesforce Data Cloud, siga estos pasos generales:

1. Inicia sesión en Salesforce Data Cloud.

2. En Salesforce Data Cloud, cree una nueva conexión de aplicación y haga lo siguiente:

a. Habilite la configuración de OAuth.

b. Cuando se le solicite una URL de devolución de llamada (o la URL del recurso 
que accede a sus datos), especifique la URL de su aplicación de Canvas. La 
URL de la aplicación de Canvas tiene este formato: https://<domain-
id>.studio.<region>.sagemaker.aws/canvas/default
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c. Copie la clave del consumidor y el secreto.

d. Copie la URL de autorización y la URL del token.

Para obtener instrucciones más detalladas sobre cómo realizar las tareas anteriores en Salesforce 
Data Cloud, consulte Importación de datos de Salesforce Data Cloud. en la documentación de Data 
Wrangler para importar datos desde Salesforce Data Cloud.

Tras habilitar el acceso desde Salesforce Data Cloud y obtener la información de conexión, debe 
crear un AWS Secrets Managersecreto para almacenar la información y añadirla a su SageMaker 
dominio de Amazon o perfil de usuario. Tenga en cuenta que puede agregar un secreto tanto a un 
dominio como a un perfil de usuario, pero Canvas busca primero los secretos en el perfil de usuario.

Para agregar un secreto a su dominio o perfil de usuario, haga lo siguiente:

1. Ve a la  SageMaker consola de Amazon.

2. En el panel de navegación izquierdo, seleccione Dominios.

3. En la lista de Dominios, seleccione su dominio.

a. Si va a agregar su secreto a su dominio, haga lo siguiente:

i. Seleccione el dominio.

ii. En la página Configuración del dominio, elija la pestaña Configuración del dominio.

iii. Elija Editar.

b. Si va a agregar el secreto a su perfil de usuario, haga lo siguiente:

i. Seleccione el dominio del usuario.

ii. En la página Configuración del dominio, seleccione el perfil de usuario.

iii. En la página Detalles del usuario, elija Editar.

4. En el panel de navegación, elija Configuración de Canvas.

5. Para Configuración de OAuth, seleccione Agregar configuración de OAuth.

6. En Origen de datos, seleccione Salesforce Data Cloud.

7. En Configuración secreta, seleccione Crear un secreto nuevo. Como alternativa, si ya ha creado 
un secreto de AWS Secrets Manager con sus credenciales, introduzca el ARN del secreto. Si va 
a crear un nuevo secreto, haga lo siguiente:

a. En Proveedor de identidades, seleccione SALESFORCE.
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b. Para el ID de cliente, Secreto de cliente, URL de autorización y URL de token, introduzca 
toda la información que recopiló de Salesforce Data Cloud en el procedimiento anterior.

8. Guarde la configuración de su dominio o perfil de usuario.

Ahora debería poder crear una conexión a sus datos en Salesforce Data Cloud desde Canvas.

Configuración de OAuth para Snowflake

Para configurar la autenticación de Snowflake, Canvas admite proveedores de identidad que puede 
utilizar en lugar de que los usuarios introduzcan directamente sus credenciales en Canvas.

Los siguientes son enlaces a la documentación de Snowflake para los proveedores de identidades 
compatibles con Canvas:

• Azure AD

• Okta

• Ping Federate

Este proceso describe los pasos generales que debe dar. Para obtener instrucciones más detalladas 
sobre cómo realizar estos pasos, puede consultar la sección Configuración de acceso de OAuth de 
Snowflake de la documentación de Data Wrangler sobre la importación de datos de Snowflake.

Para configurar OAuth para Snowflake, haga lo siguiente:

1. Registre Canvas como aplicación con el proveedor de identidades. Esto requiere especificar 
una URL de redireccionamiento a Canvas, que debe seguir este formato: https://<domain-
id>.studio.<region>.sagemaker.aws/canvas/default

2. En el proveedor de identidades, cree un servidor o una API que envíe los tokens de OAuth 
a Canvas para que Canvas pueda acceder a Snowflake. Al configurar el servidor, utilice 
el código de autorización y actualice los tipos de concesión de los tokens, especifique la 
duración del token de acceso y establezca una política de actualización de los mismos. 
Además, en la integración de seguridad de OAuth externa para Snowflake, habilite
external_oauth_any_role_mode.

3. Obtenga la siguiente información del proveedor de identidades: URL del token, URL de 
autorización, ID de cliente, secreto de cliente. Para Azure AD, recupere también las credenciales 
del ámbito de OAuth.

Configuración y administración de Amazon SageMaker Canvas (para administradores de TI) 799

https://docs.snowflake.com/en/user-guide/oauth-azure.html
https://docs.snowflake.com/en/user-guide/oauth-okta.html
https://docs.snowflake.com/en/user-guide/oauth-pingfed.html


Amazon SageMaker Guía para desarrolladores

4. Guarde la información recuperada en el paso anterior en un secreto de AWS Secrets Manager.

a. Para Okta y Ping Federate, el formato del secreto debe ser el siguiente:

{"token_url":"https://identityprovider.com/oauth2/example-portion-of-URL-path/
v2/token",
"client_id":"example-client-id", "client_secret":"example-client-secret", 
 "identity_provider":"OKTA"|"PING_FEDERATE",
"authorization_url":"https://identityprovider.com/oauth2/example-portion-of-
URL-path/v2/authorize"}

b. Para Azure AD, el secreto también debe incluir las credenciales del ámbito de OAuth en el 
campo datasource_oauth_scope.

Tras configurar el proveedor de identidad y el secreto, debes crear un AWS Secrets Managersecreto 
para almacenar la información y añadirla a tu SageMaker dominio de Amazon o perfil de usuario. 
Tenga en cuenta que puede agregar un secreto tanto a un dominio como a un perfil de usuario, pero 
Canvas busca primero los secretos en el perfil de usuario.

Para agregar un secreto a su dominio o perfil de usuario, haga lo siguiente:

1. Ve a la  SageMaker consola de Amazon.

2. En el panel de navegación izquierdo, seleccione Dominios.

3. En la lista de Dominios, seleccione su dominio.

a. Si va a agregar su secreto a su dominio, haga lo siguiente:

i. Seleccione el dominio.

ii. En la página Configuración del dominio, elija la pestaña Configuración del dominio.

iii. Elija Editar.

b. Si va a agregar el secreto a su perfil de usuario, haga lo siguiente:

i. Seleccione el dominio del usuario.

ii. En la página Configuración del dominio, seleccione el perfil de usuario.

iii. En la página Detalles del usuario, elija Editar.

4. En el panel de navegación, elija Configuración de Canvas.

5. Para Configuración de OAuth, seleccione Agregar configuración de OAuth.

6. En Origen de datos, seleccione Snowflake.
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7. En Configuración secreta, seleccione Crear un secreto nuevo. Como alternativa, si ya ha creado 
un secreto de AWS Secrets Manager con sus credenciales, introduzca el ARN del secreto. Si va 
a crear un nuevo secreto, haga lo siguiente:

a. En Proveedor de identidades, seleccione SNOWFLAKE.

b. Para el ID de cliente, Secreto de cliente, URL de autorización y URL de token, introduzca 
toda la información que recopiló del proveedor de identidades en el procedimiento anterior.

8. Guarde la configuración de su dominio o perfil de usuario.

Ahora debería poder crear una conexión a sus datos en Snowflake desde Canvas.

Importación de datos a Canvas.

Amazon SageMaker Canvas admite la importación de datos tabulares, de imágenes y de 
documentos. Puede importar datos a Canvas desde orígenes de datos locales y externos. Utilice los 
conjuntos de datos que importe para crear modelos y hacer predicciones para otros conjuntos de 
datos.

Cada caso de uso para el que puede crear un modelo personalizado acepta diferentes tipos de 
entrada. Por ejemplo, si desea crear un modelo de clasificación de imágenes de una sola etiqueta, 
debe importar datos de imágenes. Para obtener más información acerca de los distintos tipos de 
modelo y los datos que aceptan, consulte Creación de un modelo personalizado. Puede importar 
datos y crear modelos personalizados en SageMaker Canvas para los siguientes tipos de datos:

• Tabulares (CSV, Parquet o tablas)

• Categóricos: utilice datos categóricos para crear modelos de predicción categórica 
personalizados para la predicción de más de 2 y 3 categorías.

• Numéricos: utilice datos numéricos para crear modelos de predicción numérica personalizados.

• Texto: utilice datos de texto para crear modelos personalizados de predicción de texto 
multicategoría.

• Series temporales: utilice datos de series temporales para crear modelos de previsión de series 
temporales personalizados.

• Imágenes (JPG o PNG): utilice datos de imágenes para crear modelos personalizados de 
predicción de imágenes de etiqueta única.

• Documento (PDF, JPG, PNG, TIFF): los datos del documento solo se admiten en eady-to-use los 
modelos SageMaker Canvas R. Para obtener más información sobre eady-to-use los modelos 
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R que pueden realizar predicciones para los datos de los documentos, consulteUsa eady-to-use 
modelos R.

Puede importar datos a Canvas desde los siguientes orígenes de datos:

• Archivos locales de su equipo

• Buckets de Amazon S3

• Amazon Redshift

• AWS Glue Data Catalog a través de Amazon Athena

• Amazon Aurora

• Amazon Relational Database Service (Amazon RDS)

• Salesforce Data Cloud

• Snowflake

• Databricks, SQLServer, MariaDB y otras bases de datos populares a través de conectores JDBC

• Más de 40 plataformas de SaaS externas, como SAP OData

Para obtener una lista completa de los orígenes de datos desde los que puede importar, consulte la 
siguiente tabla:

Fuente Tipo Tipos de datos admitidos

Carga de archivos locales Local Tabular, imagen, documento

Amazon Aurora Interno de Amazon Tabular

Bucket S3 de Amazon Interno de Amazon Tabular, imagen, documento

Amazon RDS Interno de Amazon Tabular

Amazon Redshift Interno de Amazon Tabular

AWS Glue Data Catalog (a 
través de Amazon Athena)

Interno de Amazon Tabular

Databricks Externo Tabular
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Fuente Tipo Tipos de datos admitidos

Snowflake Externo Tabular

Salesforce Data Cloud Externo Tabular

SQLServer Externo Tabular

MySQL Externo Tabular

PostgreSQL Externo Tabular

MariaDB Externo Tabular

Amplitude Plataforma de SaaS externa Tabular

CircleCI Plataforma de SaaS externa Tabular

DocuSign Supervise Plataforma de SaaS externa Tabular

Domo Plataforma de SaaS externa Tabular

Datadog Plataforma de SaaS externa Tabular

Dynatrace Plataforma de SaaS externa Tabular

Facebook Ads Plataforma de SaaS externa Tabular

Insights de la página de 
Facebook

Plataforma de SaaS externa Tabular

Google Ads Plataforma de SaaS externa Tabular

Google Analytics 4 Plataforma de SaaS externa Tabular

Consola de búsqueda de 
Google

Plataforma de SaaS externa Tabular

GitHub Plataforma de SaaS externa Tabular

GitLab Plataforma de SaaS externa Tabular
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Fuente Tipo Tipos de datos admitidos

Infor Nexus Plataforma de SaaS externa Tabular

Publicidad en Instagram Plataforma de SaaS externa Tabular

Jira Cloud Plataforma de SaaS externa Tabular

LinkedIn Anuncios Plataforma de SaaS externa Tabular

LinkedIn Anuncios Plataforma de SaaS externa Tabular

Mailchimp Plataforma de SaaS externa Tabular

Marketo Plataforma de SaaS externa Tabular

Microsoft Teams Plataforma de SaaS externa Tabular

Mixpanel Plataforma de SaaS externa Tabular

Okta Plataforma de SaaS externa Tabular

Salesforce Plataforma de SaaS externa Tabular

Salesforce Marketing Cloud Plataforma de SaaS externa Tabular

Salesforce Pardot Plataforma de SaaS externa Tabular

SAP OData Plataforma de SaaS externa Tabular

SendGrid Plataforma de SaaS externa Tabular

ServiceNow Plataforma de SaaS externa Tabular

Singular Plataforma de SaaS externa Tabular

Slack Plataforma de SaaS externa Tabular

Stripe Plataforma de SaaS externa Tabular

Trend Micro Plataforma de SaaS externa Tabular
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Fuente Tipo Tipos de datos admitidos

Typeform Plataforma de SaaS externa Tabular

Veeva Plataforma de SaaS externa Tabular

Zendesk Plataforma de SaaS externa Tabular

Zendesk Chat Plataforma de SaaS externa Tabular

Zendesk Sell Plataforma de SaaS externa Tabular

Zendesk Sunshine Plataforma de SaaS externa Tabular

Zoom Meetings Plataforma de SaaS externa Tabular

Para obtener instrucciones sobre cómo importar datos e información sobre los requisitos de datos de 
entrada, como el tamaño máximo de archivo para las imágenes, consulte Creación de un conjunto de 
datos.

Canvas también proporciona varios conjuntos de datos de muestra en su aplicación para ayudarle 
a comenzar. Para obtener más información sobre los conjuntos SageMaker de datos de muestra 
proporcionados con los que puedes experimentar, consulta Usar conjuntos de datos de muestra.

Después de importar un conjunto de datos a Canvas, puede actualizarlo en cualquier momento. 
Puede realizar una actualización manual o configurar un cronograma para las actualizaciones 
automáticas del conjunto de datos. Para obtener más información, consulte Actualización de un 
conjunto de datos.

Para obtener más información específica para cada tipo de conjunto de datos, consulte las siguientes 
secciones:

Tabular

Para importar datos de un origen de datos externo (como una base de datos Snowflake o una 
plataforma SaaS), debe autenticarse y conectarse al origen de datos en la aplicación de Canvas. 
Para obtener más información, consulte Conexión con orígenes de datos.

Después de crear conjuntos de datos en Canvas, puede unir varios conjuntos de datos en un solo 
conjunto de datos. La unión de conjuntos de datos solo es compatible con conjuntos de datos 
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tabulares. Siempre que los datos estén organizados en tablas, puede unir conjuntos de datos de 
diversas fuentes, como Amazon Redshift, Amazon Athena o Snowflake. Para obtener información 
sobre la unión de conjuntos de datos, consulte Une los datos que has importado a SageMaker 
Canvas.

Imagen

Para obtener información sobre cómo editar un conjunto de datos de imágenes y realizar tareas 
como asignar o reasignar etiquetas, añadir o eliminar imágenes, consulte Edición de un conjunto de 
datos de imágenes.

Creación de un conjunto de datos

En las siguientes secciones se describe cómo crear un conjunto de datos en Amazon SageMaker 
Canvas. Para los modelos personalizados, puede crear conjuntos de datos para datos tabulares 
y de imágenes. Para eady-to-use los modelos R, puede utilizar conjuntos de datos tabulares y de 
imágenes, así como conjuntos de datos de documentos. Elija el flujo de trabajo en función de la 
siguiente información:

• Para obtener datos categóricos, numéricos, de texto y de series temporales, consulte Importación 
de datos tabulares.

• Para obtener datos de imágenes, consulte Importación de datos de imágenes.

• Para ver los datos del documento, consulte. Importación de datos de documentos

Note

Para obtener información sobre cómo importar un conjunto de datos de documentos para 
eady-to-use modelos R que aceptan datos de documentos, consulte el Importación de datos 
de documentos flujo de trabajo en la documentación de eady-to-use modelos R.

Un conjunto de datos puede constar de varios archivos. Por ejemplo, es posible que tenga varios 
archivos de datos de inventario en formato CSV. Puede cargar estos archivos juntos como un 
conjunto de datos siempre que el esquema (o los nombres de las columnas y los tipos de datos) de 
los archivos coincidan.

Canvas también admite la administración de múltiples versiones de su conjunto de datos. Al crear 
un conjunto de datos, la primera versión se etiqueta como V1. Puede crear una nueva versión 
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de su conjunto de datos actualizándolo. Puede realizar una actualización manual o configurar un 
cronograma automatizado para las actualizaciones de su conjunto de datos con nuevos datos. Para 
obtener más información, consulte Actualización de un conjunto de datos.

Al importar los datos en Canvas, debe asegurarse de que cumplan con los requisitos de la siguiente 
tabla. Las limitaciones son específicas del tipo de modelo que esté creando.

Límite Modelos de 
2 categoría 
s, de más de 
3 categorías, 
numéricos y de 
series temporale 
s

Modelos de 
predicción de 
texto

Modelos de 
predicción de 
imágenes

*Datos del 
documento para 
los modelos R 
eady-to-use

Tipos de archivo 
admitidos

CSV y Parquet 
(carga local, 
Amazon S3 o 
bases de datos)

JSON (bases de 
datos)

CSV y Parquet 
(carga local, 
Amazon S3 o 
bases de datos)

JSON (bases de 
datos)

JPG, PNG PDF, JPG, PNG, 
TIFF

Tamaño máximo 
de archivo

5 GB (para todos 
los archivos 
del conjunto de 
datos)

5 MB (para todos 
los archivos 
del conjunto de 
datos)

30 MB por 
imagen

5 MB por 
documento

Número máximo 
de archivos en 
conjuntos de 
datos tabulares

50 50 N/A N/A

Número máximo 
de archivos en 
conjuntos de 
datos tabulares 

20 20 N/A N/A
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Límite Modelos de 
2 categoría 
s, de más de 
3 categorías, 
numéricos y de 
series temporale 
s

Modelos de 
predicción de 
texto

Modelos de 
predicción de 
imágenes

*Datos del 
documento para 
los modelos R 
eady-to-use

para una sola 
carga manual

Número máximo 
de columnas.

1 000 1 000 N/A N/A

Número máximo 
de entradas 
(filas, imágenes 
o documento 
s) para las
compilaciones 
rápidas

50 000 filas 7500 filas 5000 imágenes N/A

Número máximo 
de entradas 
(filas, imágenes 
o documento 
s) para las
compilaciones 
estándares

N/A 150 000 filas 180 000 
imágenes

N/A

Número mínimo 
de entradas 
(filas) para
compilaciones 
rápidas

2 categorías: 
500 filas

Más de 3 
categorías, 
numéricos, serie 
temporal: N/A

N/A N/A N/A
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Límite Modelos de 
2 categoría 
s, de más de 
3 categorías, 
numéricos y de 
series temporale 
s

Modelos de 
predicción de 
texto

Modelos de 
predicción de 
imágenes

*Datos del 
documento para 
los modelos R 
eady-to-use

Número mínimo 
de entradas 
(filas, imágenes 
o documento 
s) para las
compilaciones 
estándares

250 filas 50 filas 50 imágenes N/A

Número mínimo 
de entradas (filas 
o imágenes) por 
etiqueta

N/A 25 filas 25 filas N/A

Número mínimo 
de etiquetas

2 categorías: 2

Más de 3 
categorías: 3

Numérico, serie 
temporal: N/A

2 2. N/A

Tamaño mínimo 
de la muestra 
para el muestreo 
aleatorio

500 N/A N/A N/A

Tamaño máximo 
de la muestra 
para el muestreo 
aleatorio

40 000 N/A N/A N/A
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Límite Modelos de 
2 categoría 
s, de más de 
3 categorías, 
numéricos y de 
series temporale 
s

Modelos de 
predicción de 
texto

Modelos de 
predicción de 
imágenes

*Datos del 
documento para 
los modelos R 
eady-to-use

Número máximo 
de etiquetas

2 categorías: 2

Más de 3 
categorías, 
numéricos, serie 
temporal: N/A

1 000 1 000 N/A

*Los datos de documentos actualmente solo son compatibles con los eady-to-use modelos R que 
aceptan datos de documentos. No puede crear un modelo personalizado con datos de documentos.

Tenga en cuenta también las siguientes restricciones:

• Para los datos tabulares, Canvas no permite seleccionar ningún archivo con extensiones distintas 
de .csv, .parquet, .parq y .pqt tanto para la carga local como para la importación a Amazon S3. Los 
archivos CSV deben estar delimitados por comas y no tener caracteres de nueva línea, excepto 
cuando indiquen una fila nueva.

• Para los datos tabulares que utilizan archivos Parquet, tenga en cuenta lo siguiente:

• Los archivos Parquet no pueden incluir tipos complejos, como mapas y listas.

• Los nombres de columna de los archivos de Parquet no pueden contener espacios.

• Si se utiliza compresión, los archivos de Parquet deben utilizar los tipos de compresión gzip o 
snappy. Para obtener más información sobre los tipos de compresión anteriores, consulte la
documentación de gzip y la documentación de snappy.

• En el caso de los datos de imágenes, si tiene imágenes sin etiquetar, debe etiquetarlas antes de 
crear el modelo. Para obtener información sobre cómo asignar etiquetas a las imágenes dentro de 
la aplicación de Canvas, consulte Edición de un conjunto de datos de imágenes.

• Si configura actualizaciones automáticas de conjuntos de datos o configuraciones automáticas de 
predicción por lotes, solo podrá crear un total de 20 configuraciones en su aplicación de Canvas. 
Para obtener más información, consulte Administración de automatizaciones.
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Después de importar un conjunto de datos, puede verlos en la página Conjuntos de datos en 
cualquier momento.

Importación de datos tabulares

Con los conjuntos de datos tabulares, puede crear modelos categóricos, numéricos, de previsión 
de series temporales y de predicción de texto. Revise la tabla de limitaciones de la sección anterior
Importación de un conjunto de datos para asegurarse de que sus datos cumplan los requisitos de los 
datos tabulares (tenga en cuenta que los límites de tamaño de la muestra solo se aplican al obtener 
una vista previa de los datos antes de crear el modelo).

Utilice el siguiente procedimiento para importar un conjunto de datos tabulares a Canvas:

1. Abra su aplicación SageMaker Canvas.

2. En el panel de navegación de la izquierda, elija Conjuntos de datos.

3. Seleccione Importar.

4. En el cuadro de diálogo emergente, en el campo Nombre del conjunto de datos, introduzca un 
nombre para el conjunto de datos y elija Crear.

5. En la página Importar, abra el menú desplegable Origen de datos.

6. Elija el origen de datos:

• Para cargar un archivo desde su equipo, elija Carga local.

• Para importar datos de otro origen, como un bucket de Amazon S3 o una base de datos de 
Snowflake, busque el origen de datos en la barra Buscar origen de datos. A continuación, elija 
el mosaico del origen de datos que desee.

Note

Solo puede importar datos de los mosaicos que tengan una conexión activa. Si desea 
conectarse a un origen de datos que no tenga disponible, póngase en contacto con su 
administrador. Si es un administrador, consulte Conexión con orígenes de datos.

En la siguiente captura de pantalla se muestra el menú desplegable Origen de datos.
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7. (Opcional) Si se conecta a una base de datos de Amazon Redshift o Snowflake por primera vez, 
aparece un cuadro de diálogo para crear una conexión. Rellene el cuadro de diálogo con sus 
credenciales y seleccione Crear conexión. Si ya tiene una conexión, elija la que tenga.

8. En el origen de datos, seleccione los archivos que quiera importar. Para cargar e importar 
archivos de forma local desde Amazon S3, puede seleccionar archivos. Solo para Amazon 
S3, también tienes la opción de introducir directamente el URI o el ARN de S3 de tu bucket 
en el campo de punto final de entrada de S3 y, a continuación, elegir los archivos que quieres 
importar. En el caso de las fuentes de bases de drag-and-drop datos, puede crear tablas de 
datos desde el panel de navegación izquierdo.

9. (Opcional) Para los orígenes de datos tabulares compatibles con consultas SQL (como Amazon 
Redshift, Amazon Athena o Snowflake), puede elegir Editar en SQL para realizar consultas SQL 
y unir tablas antes de importarlas. Para obtener más información, consulte Une los datos que 
has importado a SageMaker Canvas.

La siguiente captura de pantalla muestra la vista Editar SQL de un origen de datos de Amazon 
Athena.
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10. (Opcional) Puede elegir Vista previa para obtener una vista previa del conjunto de datos antes 
de importarlo. En el caso de los conjuntos de datos tabulares, se muestran hasta las 100 
primeras filas del conjunto de datos. La siguiente captura de pantalla muestra la pantalla de
Vista previa de importación

11. Cuando esté listo para importar sus datos, elija Importar datos.

Mientras su conjunto de datos se importa a Canvas, puede ver sus conjuntos de datos enumerados 
en la página Conjuntos de datos. En esta página puede Visualización de detalles de su conjunto de 
datos.

Cuando el Estado de su conjunto de datos se muestre como Ready, Canvas habrá importado sus 
datos correctamente y podrá continuar con la creación de un modelo.

Si tiene una conexión a un origen de datos, como una base de datos de Amazon Redshift o un 
conector de SaaS, puede volver a esa conexión. Para Amazon Redshift y Snowflake, puede agregar 
otra conexión creando otro conjunto de datos, volviendo a la página Importar datos y eligiendo el 
mosaico de Origen de datos para esa conexión. En el menú desplegable, puede abrir la conexión 
anterior o elegir Agregar conexión.
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Note

Para las plataformas de SaaS, solo puede tener una conexión por origen de datos.

Importación de datos de imágenes

Con los conjuntos de datos de imágenes, puede crear modelos personalizados de predicción 
de imágenes de una sola etiqueta, que predicen la etiqueta de una imagen. Revise la tabla de 
limitaciones de la sección anterior Importación de un conjunto de datos para asegurarse de que el 
conjunto de datos de imágenes cumpla con los requisitos de datos de imágenes.

Note

Solo puede importar conjuntos de datos de imágenes desde una carga de archivo local o 
un bucket de Amazon S3. Además, para los conjuntos de datos de imágenes, debe tener al 
menos 25 imágenes por etiqueta.

Utilice el siguiente procedimiento para importar un conjunto de datos de imágenes a Canvas:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación de la izquierda, elija Conjuntos de datos.

3. Seleccione Crear.

4. En el menú desplegable, seleccione Imagen.

5. En el cuadro de diálogo emergente, en el campo Nombre del conjunto de datos, introduzca un 
nombre para el conjunto de datos y elija Crear.

6. En la página Importar, abra el menú desplegable Origen de datos.

7. Elija el origen de datos. Para cargar un archivo desde su equipo, elija Carga local. Para importar 
archivos desde Amazon S3, elija Amazon S3.

8. Desde su equipo o desde un bucket de Amazon S3, seleccione las imágenes o carpetas de 
imágenes que quiera cargar.

9. Cuando esté listo para importar sus datos, elija Importar datos.

Importación de datos a Canvas. 814



Amazon SageMaker Guía para desarrolladores

Mientras su conjunto de datos se importa a Canvas, puede ver sus conjuntos de datos enumerados 
en la página Conjuntos de datos. En esta página puede Visualización de detalles de su conjunto de 
datos.

Cuando el Estado de su conjunto de datos se muestre como Ready, Canvas habrá importado sus 
datos correctamente y podrá continuar con la creación de un modelo.

Al crear su modelo, puede editar su conjunto de datos de imágenes y puede asignar o reasignar 
etiquetas, agregar imágenes o eliminar imágenes de su conjunto de datos. Para obtener más 
información acerca de la edición de un conjunto de datos de imágenes, consulte Edición de un 
conjunto de datos de imágenes.

Importación de datos de documentos

eady-to-use Los modelos R para el análisis de gastos, el análisis de documentos de identidad, el 
análisis de documentos y las consultas de documentos respaldan los datos de los documentos. No 
puede crear un modelo personalizado con datos de documentos.

Con los conjuntos de datos de documentos, puede generar predicciones para los eady-to-use 
modelos R de análisis de gastos, análisis de documentos de identidad, análisis de documentos y 
consultas de documentos. Revise la tabla de limitaciones de la sección Creación de un conjunto de 
datos para asegurarse de que el conjunto de datos de documentos cumpla con los requisitos de 
datos de documentos.

Note

Solo puede importar conjuntos de datos de documentos desde una carga de archivo local o 
un bucket de Amazon S3.

Utilice el siguiente procedimiento para importar un conjunto de datos de documentos a Canvas:

1. Abra su aplicación SageMaker Canvas.

2. En el panel de navegación de la izquierda, elija Conjuntos de datos.

3. Seleccione Crear.

4. En el menú desplegable, elija Documento.

5. En el cuadro de diálogo emergente, en el campo Nombre del conjunto de datos, introduzca un 
nombre para el conjunto de datos y elija Crear.

6. En la página Importar, abra el menú desplegable Origen de datos.

Importación de datos a Canvas. 815

https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-build-model.html


Amazon SageMaker Guía para desarrolladores

7. Elija el origen de datos. Para cargar un archivo desde su equipo, elija Carga local. Para importar 
archivos desde Amazon S3, elija Amazon S3.

8. Desde su equipo o desde un bucket de Amazon S3, seleccione los archivos de documentos que 
desee cargar.

9. Cuando esté listo para importar sus datos, elija Importar datos.

Mientras su conjunto de datos se importa a Canvas, puede ver sus conjuntos de datos enumerados 
en la página Conjuntos de datos. En esta página puede Visualización de detalles de su conjunto de 
datos.

Cuando el Estado de su conjunto de datos aparezca como Ready, eso querrá decir que Canvas ha 
importado sus datos correctamente.

En la página Conjuntos de datos, puede elegir su conjunto de datos para obtener una vista previa, 
que muestra los primeros 100 documentos de su conjunto de datos.

Visualización de detalles de su conjunto de datos

Para cada uno de sus conjuntos de datos, puede ver todos los archivos de un conjunto de datos, el 
historial de versiones del conjunto de datos y cualquier configuración de actualización automática 
del conjunto de datos. Desde la página Conjuntos de datos, también puede iniciar acciones como
Actualización de un conjunto de datos o Creación de un modelo personalizado.

Para ver los detalles de un conjunto de datos, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación de la izquierda, elija Conjuntos de datos.

3. En la lista de conjuntos de datos, elija su conjunto de datos.

En la pestaña Datos, puede ver una vista previa de sus datos. Si elige Detalles del conjunto de datos, 
puede ver todos los archivos que forman parte de su conjunto de datos. Elija un archivo para ver 
solo los datos de ese archivo en la vista previa. En el caso de los conjuntos de datos de imágenes, la 
vista previa solo muestra las 100 primeras imágenes del conjunto de datos.

En la pestaña Historial de versiones, puede ver una lista de todas las versiones de su conjunto de 
datos. Cada vez que actualiza un conjunto de datos, se crea una nueva versión. Para obtener más 
información sobre la actualización de un conjunto de datos, consulte Actualización de un conjunto de 
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datos. La siguiente captura de pantalla muestra la pestaña Historial de versiones de la aplicación de 
Canvas.

En la pestaña Actualizaciones automáticas, puede habilitar las actualizaciones automáticas para 
el conjunto de datos y establecer una configuración para actualizar su conjunto de datos de forma 
habitual. Para obtener más información sobre cómo configurar las actualizaciones automáticas para 
un conjunto de datos, consulte Configuración de las actualizaciones automáticas de un conjunto 
de datos. La siguiente captura de pantalla muestra la pestaña Actualizaciones automáticas con las 
actualizaciones automáticas activadas y una lista de los trabajos de actualización automática que se 
han realizado en el conjunto de datos.
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Actualización de un conjunto de datos

Después de importar su conjunto de datos inicial a Amazon SageMaker Canvas, es posible que 
tenga datos adicionales que desee añadir a su conjunto de datos. Por ejemplo, puede recibir datos 
de inventario al final de cada semana que desee agregar a su conjunto de datos. En lugar de 
importar los datos varias veces, puede actualizar el conjunto de datos existente y agregar o eliminar 
archivos del mismo.

Note

Solo puede actualizar los conjuntos de datos que haya importado mediante carga local o 
Amazon S3.
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Puede actualizar su conjunto de datos de forma manual o automática. Con las actualizaciones 
automáticas, especifica una ubicación en la que Canvas busca archivos con la frecuencia que 
determine. Si importa archivos nuevos durante la actualización, el esquema de los archivos debe 
coincidir exactamente con el conjunto de datos existente.

Cada vez que actualiza su conjunto de datos, Canvas crea una nueva versión de su conjunto de 
datos. Solo puede usar la última versión de su conjunto de datos para crear un modelo o generar 
predicciones. Para obtener más información acerca de cómo ver el historial de versiones de su 
conjunto de datos, consulte Visualización de detalles de su conjunto de datos.

También puede usar las actualizaciones del conjunto de datos con predicciones por lotes 
automatizadas, lo que inicia un trabajo de predicción por lotes cada vez que actualiza el conjunto de 
datos. Para obtener más información, consulte Realización de predicciones por lotes.

En las secciones siguientes, se describe cómo realizar actualizaciones manuales y automáticas en el 
conjunto de datos.

Actualización manual de un conjunto de datos

Para realizar una actualización manual, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación de la izquierda, elija Conjuntos de datos.

3. En la lista de conjuntos de datos, elija el conjunto de datos que desee actualizar.

4. Seleccione el menú desplegable Actualizar conjunto de datos y seleccione Actualización manual. 
Accederá al flujo de trabajo de importación de datos.

5. En el menú desplegable Origen de datos, seleccione Carga local o Amazon S3.

6. La página muestra una vista previa de los datos. Desde aquí, puede agregar o eliminar archivos 
del conjunto de datos. Si va a importar datos tabulares, el esquema de los nuevos archivos 
(nombres de columnas y tipos de datos) debe coincidir con el esquema de los archivos existentes. 
Además, los archivos nuevos no deben superar el tamaño máximo del conjunto de datos o del 
archivo. Para obtener más información sobre estos límites, consulte Importación de un conjunto de 
datos.

Note

Si agrega un archivo con el mismo nombre que un archivo existente en su conjunto de 
datos, el nuevo archivo sobrescribe la versión anterior del archivo.
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7. Cuando esté listo para guardar los cambios, elija Actualizar conjunto de datos.

Ahora ya debería tener una nueva versión de su conjunto de datos.

En la página Conjuntos de datos, puede elegir la pestaña Historial de versiones para ver todas las 
versiones de su conjunto de datos y el historial de las actualizaciones manuales y automáticas que 
ha realizado.

Configuración de las actualizaciones automáticas de un conjunto de datos

Una actualización automática se produce cuando establece una configuración para que Canvas 
actualice su conjunto de datos con una frecuencia determinada. Le recomendamos que utilice esta 
opción si recibe regularmente nuevos archivos de datos que desee agregar a su conjunto de datos.

Al establecer la configuración de actualización automática, especifica una ubicación de Amazon S3 
en la que carga los archivos y la frecuencia con la que Canvas comprueba la ubicación e importa los 
archivos. Cada instancia en la que Canvas actualiza su conjunto de datos se denomina trabajo. Para 
cada trabajo, Canvas importa todos los archivos de la ubicación de Amazon S3. Si tiene archivos 
nuevos con los mismos nombres que los archivos existentes en su conjunto de datos, Canvas 
sobrescribe los archivos antiguos con los archivos nuevos.

Para las actualizaciones automáticas de los conjuntos de datos, Canvas no realiza la validación 
del esquema. Si el esquema de los archivos importados durante una actualización automática 
no coincide con el esquema de los archivos existentes o supera los límites de tamaño (consulte
Importación de un conjunto de datos para ver una tabla con las limitaciones de tamaño de los 
archivos), se producen errores al ejecutar los trabajos.

Note

Solo puede configurar un máximo de 20 configuraciones automáticas en su aplicación de 
Canvas. Además, Canvas solo realiza actualizaciones automáticas mientras está conectado 
a la aplicación de Canvas. Si cierra sesión en su aplicación de Canvas, las actualizaciones 
automáticas se detienen hasta que vuelva a iniciar sesión.

Para configurar las actualizaciones automáticas de su conjunto de datos, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación de la izquierda, elija Conjuntos de datos.
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3. En la lista de conjuntos de datos, elija el conjunto de datos que desee actualizar.

4. Seleccione el menú desplegable Actualización de conjunto de datos y seleccione Actualización 
automática. Se abrirá la pestaña Actualizaciones automáticas del conjunto de datos.

5. Active la opción Actualización automática habilitada.

6. En Especificar origen de datos, introduzca la ruta de Amazon S3 a la carpeta en la que vaya a 
cargar archivos con regularidad.

7. En Elegir una frecuencia, seleccione Por hora, Semanalmente o Diariamente.

8. Para Especificar una hora de inicio, utilice el calendario y el selector de hora para seleccionar 
cuándo desea que comience el primer trabajo de actualización automática.

9. Cuando esté listo para crear la configuración de actualización automática, elija Guardar.

Canvas comienza el primer trabajo de la cadencia de actualización automática a la hora de inicio 
especificada.

Para obtener más información sobre cómo ver su historial de trabajos de actualización automática 
o realizar cambios en la configuración de actualización automática a través de la página
Automatizaciones de la aplicación de Canvas, consulte Administración de automatizaciones.

En las siguientes secciones se describe cómo ver, actualizar y eliminar la configuración de 
actualización automática a través de la página de Conjuntos de datos de la aplicación de Canvas.

Visualización de trabajos de actualización automática de conjuntos de datos

Para ver el historial de tareas de las actualizaciones automáticas del conjunto de datos, en la página 
de detalles del conjunto de datos, seleccione la pestaña Actualizaciones automáticas.

Cada actualización automática de un conjunto de datos aparece como un trabajo en la pestaña
Actualizaciones automáticas de la sección Historial de trabajos. Para cada trabajo, puede ver lo 
siguiente:

• Trabajo creado: la marca de tiempo en la que Canvas comenzó a actualizar el conjunto de datos.

• Archivos: la cantidad de archivos en el conjunto de datos.

• Celdas (columnas x filas): el número de columnas y filas del conjunto de datos.

• Estado: el estado del conjunto de datos tras la actualización. Si el trabajo se ha completado 
correctamente, el estado será Listo. Si el trabajo ha fallado por algún motivo, el estado es Error y 
podrá pasar el ratón sobre el estado para obtener más información.
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Edición de la configuración de actualización automática del conjunto de datos

Es posible que desee realizar cambios en la configuración de actualización automática de un 
conjunto de datos, como cambiar la frecuencia de las actualizaciones. También puede desactivar la 
configuración de actualización automática para pausar las actualizaciones del conjunto de datos.

Para realizar cambios en la configuración de actualización automática de un conjunto de datos, vaya 
a la pestaña Actualizaciones automáticas de su conjunto de datos y elija Editar para realizar cambios 
en la configuración.

Para pausar las actualizaciones del conjunto de datos, desactive la configuración automática. Para 
desactivar las actualizaciones automáticas, vaya a la pestaña Actualizaciones automáticas de su 
conjunto de datos y desactive la opción Habilitar actualizaciones automáticas. Puede volver a activar 
esta opción en cualquier momento para reanudar la programación de actualizaciones.

Eliminación de la configuración de actualización automática del conjunto de datos

Para aprender a eliminar su configuración, consulte Eliminación de una configuración automática.

Conexión con orígenes de datos

En Amazon SageMaker Canvas, puede importar datos desde una ubicación fuera de su sistema de 
archivos local a través de un AWS servicio, una plataforma SaaS u otras bases de datos mediante 
conectores JDBC. Por ejemplo, es posible que desee importar tablas desde un almacenamiento de 
datos en Amazon Redshift o puede que quiera importar datos de Google Analytics.

Cuando realice el flujo de trabajo de importación para importar datos en la aplicación de Canvas, 
podrá elegir el origen de datos y, a continuación, seleccionar los datos que desee importar. Para 
determinados orígenes de datos, como Snowflake y Amazon Redshift, debe especificar sus 
credenciales y agregar una conexión al origen de datos.

La siguiente captura de pantalla muestra la barra de herramientas de orígenes de datos del flujo de 
trabajo de importación, con todos los orígenes de datos disponibles resaltados. Solo puede importar 
datos de los orígenes de datos que estén disponibles. Póngase en contacto con el administrador si el 
origen de datos que desea no está disponible.
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Las siguientes secciones proporcionan información sobre el establecimiento de conexiones con 
orígenes de datos externos y la importación de datos desde ellos. Revise primero la sección 
siguiente para determinar qué permisos necesita para importar datos desde su origen de datos.

Permisos

Revise la siguiente información para asegurarse de que dispone de los permisos necesarios para 
importar datos de su origen de datos:

• Amazon S3: puede importar datos de cualquier bucket de Amazon S3 siempre que el usuario 
tenga permisos para acceder al bucket. Para obtener más información sobre el uso de AWS IAM 
para controlar el acceso a Amazon S3, consulte Identity and Access Management en Amazon S3
en la Guía del usuario de Amazon S3.

• Amazon Athena: si tienes la AmazonSageMakerFullAccesspolítica y la
AmazonSageMakerCanvasFullAccesspolítica asociada a la función de ejecución de tu usuario, 
podrás consultarla AWS Glue Data Catalog con Amazon Athena. Si forma parte de un grupo de 
trabajo de Athena, asegúrese de que el usuario de Canvas tenga permisos para ejecutar consultas 
de Athena en los datos. Si desea obtener más información, consulte Uso de grupos de trabajo para 
la ejecución de consultas en la Guía del usuario de Amazon Athena.

• Amazon DocumentDB: puede importar datos de cualquier base de datos de Amazon DocumentDB 
siempre que tenga las credenciales (nombre de usuario y contraseña) para conectarse a la base 
de datos y tenga los permisos básicos mínimos de Canvas asociados a la función de ejecución de 
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su usuario. Para obtener más información sobre los permisos de Canvas, consulte la. Requisitos 
previos para configurar Amazon Canvas SageMaker

• Amazon Redshift: para darse los permisos necesarios para importar datos de Amazon Redshift, 
consulte Concesión a los usuarios de permisos para importar datos de Amazon Redshift.

• Amazon RDS: si tiene la AmazonSageMakerCanvasFullAccesspolítica asociada a la función de 
ejecución de su usuario, podrá acceder a sus bases de datos de Amazon RDS desde Canvas.

• Plataformas SaaS: si tiene la AmazonSageMakerFullAccesspolítica y la
AmazonSageMakerCanvasFullAccesspolítica asociadas a la función de ejecución de su usuario, 
tendrá los permisos necesarios para importar datos de las plataformas SaaS. Consulte Uso de 
conectores de SaaS con Canvas para obtener más información acerca de cómo conectarse a un 
conector de SaaS específico.

• Conectores JDBC: para fuentes de bases de datos como Databricks, MySQL o MariaDB, debe 
habilitar la autenticación con nombre de usuario y contraseña en la base de datos de origen antes 
de intentar conectarse desde Canvas. Si se conecta a una base de datos de Databricks, debe 
tener la URL de JDBC que contenga las credenciales necesarias.

Conexión a una base de datos almacenada en AWS

Es posible que desee importar los datos que ha almacenado en AWS. Puede importar datos desde 
Amazon S3, utilizar Amazon Athena para consultar una base de datos en la AWS Glue Data Catalog, 
importar datos desde Amazon RDS o establecer una conexión a una base de datos de Amazon 
Redshift.

Puede crear varias conexiones a Amazon Redshift. En el caso de Amazon Athena, puede acceder a 
cualquier base de datos que tenga en su AWS Glue Data Catalog. En el caso de Amazon S3, puede 
importar datos desde un bucket siempre que cuente con los permisos necesarios.

Revise las siguientes secciones para obtener información más detallada.

Conexión a los datos en Amazon S3, Amazon Athena o Amazon RDS

Para Amazon S3, puede importar datos de cualquier bucket de Amazon S3 siempre que tenga 
permisos para acceder al bucket.

En el caso de Amazon Athena, puede acceder a sus bases de datos en AWS Glue Data Catalog 
siempre que tenga permisos a través de su grupo de trabajo de Amazon Athena.

En el caso de Amazon RDS, si tiene la AmazonSageMakerCanvasFullAccesspolítica asociada al rol 
de su usuario, podrá importar datos de sus bases de datos de Amazon RDS a Canvas.
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Para importar datos de un bucket de Amazon S3 o para ejecutar consultas e importar tablas de 
datos con Amazon Athena, consulte Creación de un conjunto de datos. Solo puede importar datos 
tabulares desde Amazon Athena y puede importar datos tabulares y de imágenes de Amazon S3.

Conectarse a una base de datos de Amazon DocumentDB

Amazon DocumentDB es un servicio de base de datos de documentos totalmente gestionado y sin 
servidor. Puede importar datos de documentos no estructurados almacenados en una base de datos 
de Amazon DocumentDB SageMaker a Canvas como un conjunto de datos tabular y, a continuación, 
puede crear modelos de aprendizaje automático con los datos.

Important

Su SageMaker dominio debe estar configurado únicamente en modo VPC para añadir 
conexiones a Amazon DocumentDB. Solo puede acceder a los clústeres de Amazon 
DocumentDB en la misma Amazon VPC que su aplicación Canvas. Además, Canvas solo se 
puede conectar a clústeres de Amazon DocumentDB con TLS. Para obtener más información 
sobre cómo configurar Canvas en modo solo VPC, consulte. Configurar Amazon SageMaker 
Canvas en una VPC sin acceso a Internet

Para importar datos de las bases de datos de Amazon DocumentDB, debe tener credenciales 
para acceder a la base de datos Amazon DocumentDB y especificar el nombre de usuario y la 
contraseña al crear una conexión a la base de datos. Puede configurar permisos más detallados y 
restringir el acceso modificando los permisos de usuario de Amazon DocumentDB. Para obtener 
más información sobre el control de acceso en Amazon DocumentDB, consulte Acceso a bases de 
datos mediante el control de acceso basado en roles en la Guía para desarrolladores de Amazon 
DocumentDB.

Al importar desde Amazon DocumentDB, Canvas convierte los datos no estructurados en un 
conjunto de datos tabular mediante la asignación de los campos a las columnas de una tabla. Se 
crean tablas adicionales para cada campo complejo (o estructura anidada) de los datos, donde 
las columnas corresponden a los subcampos del campo complejo. Para obtener información 
más detallada sobre este proceso y ejemplos de conversión de esquemas, consulte la página de 
descubrimiento de esquemas de controladores JDBC de Amazon DocumentDB. GitHub

Canvas solo puede establecer una conexión a una única base de datos en Amazon DocumentDB. 
Para importar datos de una base de datos diferente, debe crear una conexión nueva.
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Puede importar datos de Amazon DocumentDB a Canvas mediante los siguientes métodos:

• Creación de un conjunto de datos. Puede importar sus datos de Amazon DocumentDB y crear un 
conjunto de datos tabular en Canvas. Si elige este método, asegúrese de seguir el procedimiento 
de importación de datos tabulares.

• Cree un flujo de datos. Puede crear un proceso de preparación de datos en Canvas y añadir su 
base de datos Amazon DocumentDB como fuente de datos.

Para continuar con la importación de los datos, siga el procedimiento de uno de los métodos 
enlazados en la lista anterior.

Cuando llegue al paso de cualquiera de los flujos de trabajo para elegir una fuente de datos (paso 5 
para crear un conjunto de datos o paso 6 para crear un flujo de datos), haga lo siguiente:

1. Para Fuente de datos, abra el menú desplegable y elija DocumentDB.

2. Elija Agregar conexión.

3. En el cuadro de diálogo, especifique sus credenciales de Amazon DocumentDB:

a. Especifique un Nombre de la conexión. Canvas utiliza este nombre para identificar esta 
conexión.

b. En Cluster, seleccione el clúster en Amazon DocumentDB que almacena los datos. Canvas 
rellena automáticamente el menú desplegable con clústeres de Amazon DocumentDB en la 
misma VPC que la aplicación de Canvas.

c. Introduzca el nombre de usuario del clúster de Amazon DocumentDB.

d. Introduzca la contraseña del clúster de Amazon DocumentDB.

e. Introduzca el nombre de la base de datos a la que desea conectarse.

f. La opción de preferencia de lectura determina los tipos de instancias del clúster desde los 
que Canvas lee los datos. Seleccione una de estas opciones:

• Se prefiere la opción secundaria: Canvas lee de forma predeterminada las instancias 
secundarias del clúster, pero si no hay una instancia secundaria disponible, Canvas lee 
las instancias principales.

• Secundaria: Canvas solo lee las instancias secundarias del clúster, lo que evita que las 
operaciones de lectura interfieran con las operaciones de lectura y escritura habituales del 
clúster.
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g. Elija Agregar conexión. La siguiente imagen muestra el cuadro de diálogo con los campos 
anteriores de una conexión a Amazon DocumentDB.

Ahora debe tener una conexión a Amazon DocumentDB y puede usar sus datos de Amazon 
DocumentDB en Canvas para crear un conjunto de datos o un flujo de datos.

Conexión a una base de datos de Amazon Redshift

Puede importar datos de Amazon Redshift, un almacenamiento de datos en el que su organización 
guarda sus datos. Para poder importar datos desde Amazon Redshift, el rol de AWS IAM que 
utilice debe tener la política administrada AmazonRedshiftFullAccess asociada. Para obtener 
instrucciones sobre cómo asociar esta política, consulte Concesión a los usuarios de permisos para 
importar datos de Amazon Redshift.

Para importar datos desde Amazon Redshift, haga lo siguiente:

1. Cree una conexión a una base de datos de Amazon Redshift.

2. Seleccione los datos que vaya a importar.
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3. Importe los datos.

Puede usar el editor Amazon Redshift para arrastrar conjuntos de datos al panel de importación e 
importarlos a Canvas. SageMaker Para tener un mayor control sobre los valores devueltos en el 
conjunto de datos, se puede usar lo siguiente:

• Consultas SQL

• Uniones

Las consultas SQL le permiten personalizar la forma en que se importan los valores en el conjunto de 
datos. Por ejemplo, puede especificar las columnas devueltas en el conjunto de datos o el rango de 
valores de una columna.

Puede usar las uniones para combinar varios conjuntos de datos de Amazon Redshift en un solo 
conjunto de datos. Puede arrastrar sus conjuntos de datos desde Amazon Redshift al panel que le 
permite unir los conjuntos de datos.

Puede usar el editor SQL para editar el conjunto de datos que ha unido y convertir el conjunto de 
datos unido en un solo nodo. Puede unir otro conjunto de datos en el nodo. Puede importar los datos 
que ha seleccionado a SageMaker Canvas.

Utilice el siguiente procedimiento para importar datos desde Amazon Redshift.

1. En la aplicación SageMaker Canvas, vaya a la página Conjuntos de datos.

2. Seleccione Crear y, en el menú desplegable, elija Tabular.

3. Escriba un nombre para el conjunto de datos y, a continuación, elija Crear.

4. Para Origen de datos, abra el menú desplegable y seleccione Redshift.

5. Elija Agregar conexión.

6. En el cuadro de diálogo, especifique sus credenciales de Amazon Redshift:

a. En Método de autenticación, seleccione IAM.

b. Ingrese el Identificador del clúster para especificar a qué clúster desea conectarse. 
Introduzca solo el identificador del clúster y no el punto de conexión completo del clúster de 
Amazon Redshift.

c. Especifique el Nombre de la base de datos a la que desea conectarse.
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d. Ingrese un Usuario de la base de datos para identificar el usuario que desea utilizar para 
conectarse a la base de datos.

e. En ARN, especifique el ARN del rol de IAM del rol que debe asumir el clúster de Amazon 
Redshift para mover y escribir datos en Amazon S3. Para obtener más información sobre 
este rol, consulte Autorización a Amazon Redshift para obtener acceso a otros servicios de 
AWS en su nombre en la Guía de administración de Amazon Redshift.

f. Especifique un Nombre de la conexión. Canvas utiliza este nombre para identificar esta 
conexión.

7. Desde la pestaña que tiene el nombre de su conexión, arrastre el archivo .csv que va a importar 
al panel Arrastrar y soltar para importar.

8. Opcional: Arrastrar tablas adicionales al panel de importación. Puede utilizar la interfaz gráfica 
de usuario para unir las tablas. Para obtener una mayor especificidad en las uniones, elija Editar 
en SQL.

9. Opcional: si utiliza SQL para consultar los datos, puede elegir Contexto para agregar contexto a 
la conexión especificando valores para lo siguiente:

• Almacén

• Database

• Esquema

10. Elija Importar datos.

En la imagen siguiente, se muestra un ejemplo de campos especificados para una conexión de 
Amazon Redshift.
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La siguiente imagen muestra la página utilizada para unir conjuntos de datos en Amazon Redshift.

La siguiente imagen muestra una consulta SQL que se utiliza para editar una unión en Amazon 
Redshift.
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Conexión a sus datos con conectores JDBC

Con JDBC, puede conectarse a sus bases de datos desde orígenes como Databricks, SQLServer, 
MySQL, PostgreSQL, MariaDB, Amazon RDS y Amazon Aurora.

Debe asegurarse de tener las credenciales y los permisos necesarios para crear la conexión desde 
Canvas.

• En el caso de Databricks, debe proporcionar una URL de JDBC. El formato de la 
URL puede variar entre las instancias de Databricks. Para obtener información 
sobre cómo encontrar la URL y especificar los parámetros que contiene, consulte
JDBC configuration and connection parameters en la documentación de Databricks. 
A continuación, se muestra un ejemplo de cómo se puede formatear una URL:
jdbc:spark://aws-sagemaker-datawrangler.cloud.databricks.com:443/
default;transportMode=http;ssl=1;httpPath=sql/protocolv1/
o/3122619508517275/0909-200301-cut318;AuthMech=3;UID=token;PWD=personal-
access-token

• Para otros orígenes de bases de datos, debe configurar la autenticación con nombre de usuario 
y contraseña y, a continuación, especificar esas credenciales al conectarse a la base de datos 
desde Canvas.
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Además, se debe poder acceder a la fuente de datos a través de la Internet pública o, si la aplicación 
Canvas se ejecuta en modo solo VPC, la fuente de datos debe ejecutarse en la misma VPC. Para 
obtener más información acerca de cómo configurar una base de datos de Amazon RDS en una 
VPC, consulte Amazon VPC y Amazon RDS en la Guía del usuario de Amazon RDS.

Tras configurar las credenciales de su origen de datos, puede iniciar sesión en la aplicación de 
Canvas y crear una conexión con el origen de datos. Especifique sus credenciales (o, en el caso de 
Databricks, la URL) al crear la conexión.

Conexión con orígenes de datos con OAuth

Canvas admite el uso de OAuth como método de autenticación para conectarse a sus datos en 
Snowflake y Salesforce Data Cloud. OAuth es una plataforma de autenticación común para conceder 
acceso a los recursos sin compartir contraseñas.

Note

Solo puede establecer una conexión OAuth para cada origen de datos.

Para autorizar la conexión, debe seguir la configuración inicial descrita en Configuración de las 
conexiones a los orígenes de datos con OAuth.

Tras configurar las credenciales de OAuth, puede hacer lo siguiente para agregar una conexión de 
Snowflake o Salesforce Data Cloud con OAuth:

1. Inicie sesión en la aplicación de Canvas.

2. Cree un conjunto de datos tabular. Cuando se le pida que cargue datos, elija Snowflake o 
Salesforce Data Cloud como origen de datos.

3. Cree una nueva conexión a su origen de datos de Snowflake o Salesforce Data Cloud. 
Especifique OAuth como método de autenticación e introduzca los detalles de su conexión.

Ahora debería poder importar datos de sus bases de datos en Snowflake o Salesforce Data Cloud.

Conexión a una plataforma SaaS

Puede importar datos de Snowflake y de más de 40 plataformas de SaaS externas. Para obtener una 
lista completa de conectores, consulte la tabla de Importación de datos a Canvas..
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Note

Solo puede importar datos tabulares, como tablas de datos, desde plataformas de SaaS.

Uso de Snowflake con Canvas

Snowflake es un servicio de almacenamiento y análisis de datos, y puede importar sus datos de 
Snowflake a Canvas. SageMaker Para obtener más información acerca de Snowflake, consulte la
documentación de Snowflake.

Puede importar datos desde su cuenta de Snowflake por medio del siguiente procedimiento:

1. Crear una conexión a la base de datos de Snowflake.

2. Seleccionar los datos que va a importar arrastrando y soltando la tabla desde el menú de 
navegación de la izquierda hasta el editor.

3. Importe los datos.

Puede usar el editor Snowflake para arrastrar conjuntos de datos al panel de importación e 
importarlos a Canvas. SageMaker Para tener un mayor control sobre los valores devueltos en el 
conjunto de datos, se puede usar lo siguiente:

• Consultas SQL

• Uniones

Las consultas SQL le permiten personalizar la forma en que se importan los valores en el conjunto de 
datos. Por ejemplo, puede especificar las columnas devueltas en el conjunto de datos o el rango de 
valores de una columna.

Puede unir varios conjuntos de datos de Snowflake en un solo conjunto de datos antes de 
importarlos a Canvas mediante SQL o la interfaz de Canvas. Puede arrastrar los conjuntos de 
datos de Snowflake al panel que le permite unir los conjuntos de datos, o bien puede editar las 
combinaciones en SQL y convertir el SQL en un solo nodo. Puede unir otros nodos con el nodo que 
ha convertido. A continuación, puede combinar los conjuntos de datos que ha unido en un único 
nodo y unir los nodos con un conjunto de datos de Snowflake diferente. Por último, puede importar 
los datos que ha seleccionado a Canvas.

Utilice el siguiente procedimiento para importar datos de Snowflake a Amazon SageMaker Canvas.
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1. En la aplicación SageMaker Canvas, vaya a la página Conjuntos de datos.

2. Seleccione Importar.

3. Para Origen de datos, abra el menú desplegable y seleccione Snowflake.

4. Elija Agregar conexión.

5. En el cuadro de diálogo Agregar una nueva conexión a Snowflake, especifique sus credenciales 
de Snowflake. Para el Método de autenticación, puede elegir Básico - nombre de usuario y 
contraseña, ARN u OAuth. OAuth te permite autenticarse sin proporcionar una contraseña, pero 
requiere una configuración adicional. Para obtener más información acerca de cómo configurar 
las credenciales de OAuth para Snowflake, consulte Configuración de las conexiones a los 
orígenes de datos con OAuth.

6. Elija Agregar conexión.

7. Desde la pestaña que tiene el nombre de su conexión, arrastre el archivo .csv que va a importar 
al panel Arrastrar y soltar para importar.

8. Opcional: Arrastrar tablas adicionales al panel de importación. Puede utilizar la interfaz gráfica 
para unir las tablas. Para obtener una mayor especificidad en las uniones, elija Editar en SQL.

9. Opcional: si utiliza SQL para consultar los datos, puede elegir Contexto para agregar contexto a 
la conexión especificando valores para lo siguiente:

• Almacén

• Database

• Esquema

Añadir contexto a una conexión facilita la especificación de consultas futuras.

10. Elija Importar datos.

En la imagen siguiente, se muestra un ejemplo de campos especificados para una conexión de 
Snowflake.
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La siguiente imagen muestra la página utilizada para agregar contexto a una conexión.
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La siguiente imagen muestra la página utilizada para unir conjuntos de datos en Snowflake.
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La siguiente imagen muestra una consulta SQL que se utiliza para editar una unión en Snowflake.
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Uso de conectores de SaaS con Canvas

Note

Para las plataformas de SaaS aparte de Snowflake, solo puede tener una conexión por 
origen de datos.

Antes de poder importar datos desde una plataforma de SaaS, el administrador debe autenticarse 
y crear una conexión con el origen de datos. Para obtener más información sobre cómo los 
administradores pueden crear una conexión con una plataforma SaaS, consulte Administrar 
AppFlow las conexiones de Amazon en la Guía  AppFlow del usuario de Amazon.

Si eres administrador y estás empezando a usar Amazon AppFlow por primera vez, consulta Cómo 
empezar en la Guía del AppFlow usuario de Amazon.
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Para importar datos desde una plataforma de SaaS, puede seguir el procedimiento estándar
Importación de datos tabulares, que le muestra cómo importar conjuntos de datos tabulares en 
Canvas.

Une los datos que has importado a SageMaker Canvas

Note

Solo puede realizar uniones para conjuntos de datos tabulares en Canvas. SageMaker

Puede usar Amazon SageMaker Canvas para unir varios conjuntos de datos en un solo conjunto 
de datos. Con una unión se combinan los dos conjuntos de datos. De forma predeterminada, 
SageMaker Canvas une automáticamente los conjuntos de datos en sus nombres de columna 
coincidentes. La opción de combinar varios conjuntos de datos puede permitirle obtener más 
información a partir de los modelos que cree.

Puede realizar las siguientes uniones para sus conjuntos de datos:

• Interna: devuelve un conjunto de datos con valores coincidentes en ambos conjuntos de datos.

• Izquierda: devuelve un conjunto de datos que tiene:

• Todas las filas del conjunto de datos a la izquierda de la unión.

• Todas las filas del conjunto de datos a la derecha de la unión que tengan valores coincidentes 
con las columnas a la izquierda de la unión.

• Derecha: devuelve un conjunto de datos que tiene:

• Todas las filas del conjunto de datos a la derecha de la unión.

• Todas las filas del conjunto de datos a la izquierda de la unión que tengan valores coincidentes 
con las columnas a la derecha de la unión.

• Exterior: devuelve todas las filas cuando haya una coincidencia en el conjunto de datos izquierdo 
o derecho. El conjunto de datos de una unión externa puede tener valores nulos que SageMaker 
Canvas podría imputar al crear un modelo.

Utilice el siguiente procedimiento para unir sus conjuntos de datos.

Para unir conjuntos de datos, haga lo siguiente.

1. Vaya a la página Bases de datos.
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2. Seleccione Unir datos.

3. Arrastre y suelte los conjuntos de datos que va a unir en el cuadro Arrastrar y soltar los 
conjuntos de datos para unir.

4. Configure la unión. Amazon SageMaker Canvas le muestra una vista previa de los datos unidos 
después de configurarlos.

5. Seleccione Guardar datos unidos para guardar el resultado de la unión.

Las siguientes imágenes muestran el flujo de trabajo del procedimiento anterior.
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Uso de conjuntos de datos de muestra

SageMaker Canvas proporciona conjuntos de datos de muestra que abordan casos de uso únicos 
para que pueda empezar a crear, entrenar y validar modelos rápidamente sin necesidad de escribir 
código. Los casos de uso asociados a estos conjuntos de datos destacan las capacidades de 
SageMaker Canvas, y puede aprovechar estos conjuntos de datos para empezar a crear modelos. 
Puede encontrar los conjuntos de datos de muestra en la página de conjuntos de datos de su 
aplicación Canvas. SageMaker

Conjuntos de datos de muestra

Los siguientes conjuntos de datos son los ejemplos que SageMaker Canvas proporciona de forma 
predeterminada. Estos conjuntos de datos abarcan casos de uso como la predicción del precio de 
la vivienda, la morosidad de los préstamos y la readmisión de pacientes diabéticos; la previsión de 
las ventas; la predicción de los fallos de la maquinaria para agilizar el mantenimiento predictivo en 
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las unidades de fabricación; y la generación de predicciones de la cadena de suministro para el 
transporte y la logística. Los conjuntos de datos se almacenan en la sample_dataset carpeta del 
bucket de Amazon S3 predeterminado que se SageMaker crea para su cuenta en una región.

• canvas-sample-diabetic-readmission.csv: este conjunto de datos contiene datos históricos que 
incluyen más de quince características con los resultados de los pacientes y los hospitales. Puede 
utilizar este conjunto de datos para predecir si es probable que los pacientes diabéticos de alto 
riesgo sean readmitidos en el hospital dentro de los 30 días siguientes al alta, después de 30 
días o que no vuelvan a ingresar en el hospital. Utilice la columna de reingresos como columna 
de destino y utilice el tipo de modelo de predicción de más de 3 categorías con este conjunto de 
datos. Para obtener más información sobre cómo crear un modelo con este conjunto de datos, 
consulte la página del taller de SageMaker Canvas. Este conjunto de datos se obtuvo del UCI 
Machine Learning Repository.

• canvas-sample-housing.csv: este conjunto de datos contiene datos sobre las características 
vinculadas a un precio de vivienda determinado. Puede usar este conjunto de datos para predecir 
los precios de la vivienda. Utilice la columna median_house_value como columna de destino y 
utilice el tipo de modelo de predicción numérica con este conjunto de datos. Para obtener más 
información sobre cómo crear un modelo con este conjunto de datos, consulte la página del taller 
de SageMaker Canvas. Este es el conjunto de datos sobre viviendas de California obtenido del
StatLib repositorio.

• canvas-sample-loans.csv: este conjunto de datos contiene datos crediticios completos de todos 
los préstamos emitidos entre 2007 y 2011, incluidos el estado actual del préstamo y la información 
de pago más reciente. Puede usar este conjunto de datos para predecir si un cliente reembolsará 
un préstamo. Utilice la columna de loan_status como columna de destino y utilice el tipo de 
modelo de predicción de más de 3 categorías con este conjunto de datos. Para obtener más 
información sobre cómo crear un modelo con este conjunto de datos, consulte la página del taller 
de SageMaker Canvas. Estos datos utilizan los LendingClub datos obtenidos de Kaggle.

• canvas-sample-maintenance.csv: este conjunto de datos contiene datos sobre las características 
relacionadas con un tipo de fallo de mantenimiento determinado. Puede usar este conjunto de 
datos para predecir qué fallos se producirán en el futuro. Utilice la columna de Failure Type como 
columna de destino y utilice el tipo de modelo de predicción de más de 3 categorías con este 
conjunto de datos. Para obtener más información sobre cómo crear un modelo con este conjunto 
de datos, consulte la página del taller de SageMaker Canvas. Este conjunto de datos se obtuvo del
UCI Machine Learning Repository.

• canvas-sample-shipping-logs.csv: este conjunto de datos contiene los datos de envío completos 
de todos los productos entregados, incluidos el tiempo estimado, la prioridad de envío, el 
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transportista y el origen. Puede usar este conjunto de datos para predecir la hora estimada de 
llegada del envío en número de días. Usa la ActualShippingDayscolumna como columna de 
destino y usa el tipo de modelo de predicción numérica con este conjunto de datos. Para obtener 
más información sobre cómo crear un modelo con estos datos, consulte la página del taller de 
SageMaker Canvas. Se trata de un conjunto de datos sintético creado por Amazon.

• canvas-sample-sales-forecasting.csv: este conjunto de datos contiene datos históricos de ventas 
en series temporales para tiendas minoristas. Puede usar este conjunto de datos para pronosticar 
las ventas de una tienda minorista en particular. Use la columna sales como columna de destino y 
use el tipo de modelo de previsión de series temporales con este conjunto de datos. Para obtener 
más información sobre cómo crear un modelo con este conjunto de datos, consulte la página del 
taller de SageMaker Canvas. Se trata de un conjunto de datos sintético creado por Amazon.

Reimportación de un conjunto de datos de muestra eliminado

Si ya no desea utilizar los conjuntos de datos de muestra, puede eliminarlos de la página de
conjuntos de datos de su aplicación SageMaker Canvas. Sin embargo, estos conjuntos de datos 
siguen almacenados en el bucket de Amazon S3 que especificó como ubicación de almacenamiento 
de Canvas, por lo que siempre podrá acceder a ellos más adelante.

Si utilizó el bucket de Amazon S3 predeterminado, el nombre del bucket sigue el patrón
sagemaker-{region}-{account ID}. Puede encontrar los conjuntos de datos de muestra en la 
ruta del directorio Canvas/sample_dataset.

Si elimina un conjunto de datos de muestra de su aplicación SageMaker Canvas y desea volver a 
acceder al conjunto de datos de muestra, utilice el siguiente procedimiento.

1. Navegue a la página de conjuntos de datos en su aplicación SageMaker Canvas.

2. Elija Importar datos.

3. En la lista de buckets de Amazon S3, seleccione el bucket que sea su ubicación de 
almacenamiento de Canvas. Si utiliza el bucket SageMaker de Amazon S3 creado por defecto, 
sigue el patrón sagemaker-{region}-{account ID} de nomenclatura.

4. Seleccione la carpeta Canvas.

5. Seleccione la carpeta sample_dataset, que contiene todos los conjuntos de datos de muestra de 
Canvas. SageMaker

6. Seleccione el conjunto de datos que quiera importar y, a continuación, elija Importar datos.
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Preparación de los datos

Utilice Amazon SageMaker Data Wrangler en Amazon SageMaker Canvas para preparar, 
caracterizar y analizar sus datos. Puede integrar un flujo de preparación de datos de Data Wrangler 
en sus flujos de trabajo de machine learning (ML) a fin de simplificar y agilizar el preprocesamiento 
de datos y la ingeniería de características sin apenas codificación. También puede añadir sus propios 
scripts y transformaciones de Python para personalizar flujos de trabajo.

• Flujo de datos: cree un flujo de datos para definir una serie de pasos de preparación de datos para 
el ML. Puede usar un flujo para combinar conjuntos de datos de diferentes orígenes, identificar el 
número y los tipos de transformaciones que desea aplicar a los conjuntos de datos y definir un flujo 
de trabajo de preparación de datos que se pueda integrar en una canalización de ML.

• Transformación: limpie y transforme su conjunto de datos mediante transformaciones estándar, 
como herramientas de formato para datos numéricos, vectoriales y de cadenas. Aporte 
características para sus datos mediante transformaciones, como la incrustación de texto y fecha/
hora y la codificación categórica.

• Genere información valiosa sobre los datos: compruebe automáticamente la calidad de los datos y 
detecte anomalías en los mismos con el informe Data Wrangler Data Quality and Insights Report.

• Análisis: analice las características de su conjunto de datos en cualquier punto del flujo. 
Data Wrangler incluye herramientas integradas de visualización de datos, como diagramas 
de dispersión e histogramas; también dispone de herramientas para el análisis de datos, 
como el análisis de fuga de objetivos y el modelado rápido para comprender la correlación de 
características.

• Exportación: exporte su flujo de trabajo de preparación de datos a una ubicación distinta. A 
continuación, se muestran algunos ejemplos de ubicaciones.

• Bucket de Amazon Simple Storage Service (Amazon S3)

• Amazon SageMaker Feature Store: almacene las funciones y sus datos en una tienda 
centralizada.

• Automatice la preparación de datos: cree flujos de trabajo de aprendizaje automático a partir de su 
flujo de datos.

• Amazon SageMaker Model Building Pipelines: cree flujos de trabajo que gestionen sus trabajos 
de preparación de SageMaker datos, entrenamiento de modelos e implementación de modelos.

• Canalización de inferencia en serie: cree una canalización de inferencia en serie a partir de su 
flujo de datos. Úselo para hacer predicciones sobre nuevos datos.
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• Script de Python. Almacene los datos y sus transformaciones en un script de Python para sus 
flujos de trabajo personalizados.

Cree un flujo de datos

Utilice un flujo de Data Wrangler en SageMaker Canvas, o flujo de datos, para crear y modificar una 
canalización de preparación de datos. Los conjuntos de datos, las transformaciones y los análisis 
que utiliza en el flujo de datos se representan como pasos.

Importe datos a un flujo de datos

Para empezar a utilizar un flujo de datos, importe sus datos a él. Para usar conjuntos de datos de 
más de 5 GB, debe importar los datos directamente desde la fuente de datos en lugar de usar un 
conjunto de datos de SageMaker Canvas.

Utilice el siguiente procedimiento para importar los datos a un flujo de datos.

Para importar los datos a un flujo de datos

1. Abre SageMaker Canvas.

2. En la barra de navegación de la izquierda, 

elige .

3. Elige Flujos de datos.

4. Seleccione Crear.

5. (Opcional) En Nombre del flujo de datos, especifique un nombre para el flujo de datos.

6. • Para usar un conjunto de datos de SageMaker Canvas que ya haya importado a 
SageMaker Canvas, elija Seleccionar conjunto de datos existente.

a. Seleccione el tipo de conjunto de datos.

b. Seleccione el conjunto de datos de SageMaker Canvas.

• Para importar los datos directamente desde una fuente de datos, elija Importar datos.

a. En Fuente de datos, elija una fuente de datos.

b. Conéctese a una fuente de datos para navegar por los datos e importar un conjunto 
de datos. Para obtener información sobre cómo conectarse a una fuente de datos o 
importar datos, consulte las páginas siguientes:
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• Importación de datos a Canvas.

• Conexión con orígenes de datos

c. Elija Importar datos

d. (Opcional) Si la primera fila del conjunto de datos es el encabezado, elige Usar la 
primera fila como encabezado.

e. Elija Importar datos.

La interfaz de usuario del flujo de datos

Al importar un conjunto de datos, el conjunto de datos original aparece en el flujo de datos y se 
denomina Fuente. SageMaker Canvas deduce automáticamente los tipos de cada columna del 
conjunto de datos y crea un nuevo marco de datos denominado Tipos de datos. Puede seleccionar 
este marco para actualizar los tipos de datos inferidos.

Cada vez que agregue un paso de transformación, creará un marco de datos nuevo. Cuando se 
agregan varios pasos de transformación (salvo Unir o Concatenar) al mismo conjunto de datos, estos 
se apilan.

Unir y Concatenar crean pasos independientes que contienen el nuevo conjunto de datos unido o 
concatenado.

Adición de un paso al flujo de datos

Seleccione el signo + junto a cualquier conjunto de datos o paso agregado anteriormente y, a 
continuación, seleccione una de las siguientes opciones:

• Editar tipos de datos (solo para un paso de Tipos de datos): si no ha agregado ninguna 
transformación a un paso de Tipos de datos, puede seleccionar Editar tipos de datos para 
actualizar los tipos de datos que Data Wrangler infirió al importar su conjunto de datos.

• Agregar transformación: agrega un nuevo paso de transformación. Consulte Transforma los datos
para obtener más información sobre las transformaciones de datos que puede agregar.

• Agregar análisis: agrega un análisis. Puede utilizar esta opción para analizar los datos en cualquier 
punto del flujo de datos. Consulte Realice un análisis exploratorio de datos (EDA) para obtener 
más información sobre los análisis que puede agregar.

• Unir: une dos conjuntos de datos y agrega el conjunto de datos resultante al flujo de datos. Para 
obtener más información, consulte Unir conjuntos de datos.
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• Concatenar: concatena dos conjuntos de datos y agrega el conjunto de datos resultante al flujo de 
datos. Para obtener más información, consulte Concatenar conjuntos de datos.

Eliminación de un paso del flujo de datos

Para eliminar un paso, selecciona el signo + situado junto al paso y selecciona Eliminar. Si el nodo 
es un nodo que tiene una sola entrada, solo se elimina el paso que se seleccione. Cuando se elimina 
un paso que tiene una sola entrada, no se eliminan los pasos que le siguen. Si va a eliminar un 
paso de un nodo de origen, una unión o una concatenación, también se eliminarán todos los pasos 
siguientes.

Para eliminar un paso de una pila de pasos, seleccione la pila y, a continuación, seleccione el paso 
que desee eliminar.

Puede utilizar uno de los siguientes procedimientos para eliminar un paso sin eliminar los pasos 
posteriores.

Delete a step in the Data Wrangler flow

Puede eliminar un paso individual para los nodos del flujo de datos que tengan una sola entrada. 
No puede eliminar los pasos individuales de los nodos de origen, unión y concatenación.

Utilice el siguiente procedimiento para eliminar un paso del flujo de Data Wrangler.

1. Elija el grupo de pasos que contiene el paso que va a eliminar.

2. Elija el icono al lado del paso.

3. Elija Eliminar paso.

Delete a step in the table view

Utilice el siguiente procedimiento para eliminar un paso de la vista de tabla.

Puede eliminar un paso individual para los nodos del flujo de datos que tengan una sola entrada. 
No puede eliminar los pasos individuales de los nodos de origen, unión y concatenación.

1. Elija el paso y abra la vista de tabla del paso.

2. Mueva el cursor sobre el paso para que aparezca el icono de puntos suspensivos.

3. Elija el icono al lado del paso.
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4. Elija Eliminar.

Realice un análisis exploratorio de datos (EDA)

Data Wrangler incluye análisis integrados que le ayudan a generar visualizaciones y análisis de 
datos con unos pocos clics. También puede crear análisis personalizados con su propio código.

Para agregar un análisis a un marco de datos, seleccione un paso del flujo de datos y, a 
continuación, elija Agregar análisis. Para acceder a un análisis que haya creado, seleccione el paso 
que contiene el análisis y seleccione el análisis.

Todos los análisis se generan utilizando 20 000 filas de su conjunto de datos.

Puede agregar los análisis siguientes a un marco de datos:

• Visualizaciones de datos, incluidos histogramas y gráficos de dispersión.

• Un resumen rápido del conjunto de datos, que incluye el número de entradas, los valores mínimo 
y máximo (para los datos numéricos) y las categorías más y menos frecuentes (para los datos 
categóricos).

• Un modelo rápido del conjunto de datos, que se puede utilizar para generar una puntuación de 
importancia para cada característica.

• Un informe de fuga de objetivos, que puede utilizar para determinar si una o más características 
están estrechamente correlacionadas con la característica objetivo.

• Una visualización personalizada con su propio código.

Utilice las siguientes secciones para obtener más información sobre estas opciones.

Obtenga información sobre los datos y su calidad

Utilice el Informe de información y calidad de los datos para realizar un análisis de los datos que 
ha importado a Data Wrangler. Se recomienda crear el informe después de importar el conjunto 
de datos. Puede utilizar informe como ayuda para limpiar y procesar los datos. Le proporciona 
información como el número de valores ausentes y el número de valores atípicos. Si tiene problemas 
con los datos, como una fuga de objetivos o un desequilibrio, el informe de información puede 
indicarle esos problemas.

Utilice el siguiente procedimiento para crear un informe de información y calidad de los datos. Se 
supone que ya ha importado un conjunto de datos a su flujo de Data Wrangler.
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Para crear un informe de información y calidad de datos

1. Elija el signo + junto a un nodo del flujo de Data Wrangler.

2. Seleccione Obtener información sobre los datos.

3. En Nombre del análisis, especifique un nombre para el informe de información.

4. De forma opcional, en Columna objetivo, especifique la columna objetivo.

5. En Tipo de problema, especifique Regresión o Clasificación.

6. Para Tamaño de los datos, especifique uno de los siguientes valores:

• 20 K: utiliza las primeras 20 000 filas del conjunto de datos que ha importado para crear el 
informe.

• Conjunto de datos completo: utiliza todo el conjunto de datos que ha importado para crear el 
informe.

Note

Para crear un informe de información y calidad de los datos sobre todo el conjunto de 
datos se utiliza un trabajo SageMaker de procesamiento de Amazon. Un trabajo de 
SageMaker procesamiento proporciona los recursos informáticos adicionales necesarios 
para obtener información sobre todos sus datos. Para obtener más información sobre los 
trabajos de SageMaker procesamiento, consulteProcesamiento de datos.

7. Seleccione Crear.

Los siguientes temas muestran las secciones del informe:

Temas

• Resumen

• Columna objetivo

• Modelo rápido

• Resumen de características

• Muestras

• Definiciones
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Puede descargar el informe o verlo en línea. Para descargar el informe, pulse el botón de descarga 
en la esquina superior derecha de la pantalla.

Resumen

El informe de análisis contiene un breve resumen de los datos que incluye información general, como 
valores ausentes, valores no válidos, tipos de características, recuentos de valores atípicos, etc. 
También puede incluir advertencias de alta gravedad que indiquen posibles problemas con los datos. 
Se recomienda investigar las advertencias.

Columna objetivo

Al crear el informe de información y calidad de los datos, Data Wrangler le ofrece la opción de 
seleccionar una columna de destino. La columna objetivo es una columna que intenta predecir. 
Cuando se elige una columna objetivo, Data Wrangler crea automáticamente un análisis de la 
columna objetivo. También clasifica las características en el orden de su poder predictivo. Al 
seleccionar una columna objetivo, debe especificar si va a intentar resolver un problema de regresión 
o de clasificación.

Para la clasificación, Data Wrangler muestra una tabla y un histograma de las clases más frecuentes. 
Una clase es una categoría. También presenta observaciones, o filas, con un valor objetivo que falta 
o que no es válido.

Para la regresión, Data Wrangler muestra un histograma de todos los valores de la columna objetivo. 
También presenta observaciones, o filas, con un valor objetivo que falta, que no es válido o que es 
atípico.

Modelo rápido

El Modelo rápido proporciona una estimación de la calidad prevista de un modelo que se entrena con 
sus datos.

Data Wrangler divide los datos en pliegues de entrenamiento y validación. Utiliza el 80 % de las 
muestras para el entrenamiento y el 20 % de los valores para la validación. Para la clasificación, la 
muestra se divide estratificadamente. Para una división estratificada, cada partición de datos tiene la 
misma proporción de etiquetas. En lo que se refiere a los problemas de clasificación, es importante 
tener la misma proporción de etiquetas entre los pliegues de entrenamiento y de clasificación. Data 
Wrangler entrena el modelo XGBoost con los hiperparámetros predeterminados. Aplica una parada 
temprana a los datos de validación y realiza un preprocesamiento mínimo de la característica.
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En el caso de los modelos de clasificación, Data Wrangler devuelve un resumen del modelo y una 
matriz de confusión.

Para obtener más información sobre la información que devuelve el resumen del modelo de 
clasificación, consulte. Definiciones

Una matriz de confusión le ofrece la siguiente información:

• El número de veces que la etiqueta predicha coincide con la etiqueta verdadera.

• El número de veces que la etiqueta predicha no coincide con la etiqueta verdadera.

La etiqueta verdadera representa una observación real de los datos. Por ejemplo, si utiliza un modelo 
para detectar transacciones fraudulentas, la etiqueta verdadera representa una transacción que en 
realidad es fraudulenta o no fraudulenta. La etiqueta predicha representa la etiqueta que el modelo 
asigna a los datos.

Puede usar la matriz de confusión para ver lo bien que predice el modelo la presencia o ausencia 
de una condición. Si predice transacciones fraudulentas, puede utilizar la matriz de confusión 
para hacerse una idea de la sensibilidad y la especificidad del modelo. La sensibilidad se refiere 
a la capacidad del modelo de detectar transacciones fraudulentas. La especificidad se refiere a la 
capacidad del modelo de evitar detectar transacciones no fraudulentas como fraudulentas.

Resumen de características

Al especificar una columna objetivo, Data Wrangler ordena las características por su poder de 
predicción. La potencia de predicción se mide en los datos después de dividirlos en un 80% de 
entrenamiento y un 20% de pliegues de validación. Data Wrangler encaja un modelo para cada 
característica independiente en el pliegue de entrenamiento. Aplica un preprocesamiento mínimo de 
la característica y mide el rendimiento de la predicción en los datos de validación.

Normaliza las puntuaciones al rango [0,1]. Las puntuaciones de predicción más altas indican 
columnas que son más útiles para predecir el objetivo por sí mismas. Las puntuaciones más bajas 
apuntan a columnas que no predicen la columna objetivo.

No es habitual que una columna que no sea predictiva por sí sola lo sea cuando se usa junto con 
otras columnas. Puede utilizar con confianza las puntuaciones de predicción para determinar si una 
característica de su conjunto de datos es predictiva.

Una puntuación baja suele indicar que la característica es redundante. Una puntuación de 1 implica 
una capacidad predictiva perfecta, lo que a menudo es señal de una fuga de objetivos. La fuga de 
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objetivos suele producirse cuando el conjunto de datos contiene una columna que no está disponible 
en el momento de la predicción. Por ejemplo, podría ser un duplicado de la columna objetivo.

Muestras

Data Wrangler proporciona información sobre si sus muestras son anómalas o si hay duplicados en 
el conjunto de datos.

Data Wrangler detecta muestras anómalas mediante el algoritmo de bosque de aislamiento. El 
bosque de aislamiento asocia una puntuación de anomalía a cada muestra (fila) del conjunto de 
datos. Las puntuaciones de anomalías bajas indican muestras anómalas. Las puntuaciones altas se 
asocian a muestras no anómalas. Las muestras con una puntuación de anomalía negativa suelen 
considerarse anómalas y las muestras con una puntuación de anomalía positiva se consideran no 
anómalas.

Al observar una muestra que podría ser anómala, se recomienda prestar atención a los valores 
inusuales. Por ejemplo, es posible que tenga valores anómalos que se deban a errores en la 
recopilación y el procesamiento de los datos. El siguiente es un ejemplo de las muestras más 
anómalas según la implementación del algoritmo de bosque de aislamiento de Data Wrangler. Se 
recomienda utilizar el conocimiento del dominio y la lógica empresarial al examinar las muestras 
anómalas.

Data Wrangler detecta filas duplicadas y calcula la proporción de filas duplicadas en los datos. 
Algunos orígenes de datos pueden incluir duplicados válidos. Otros orígenes de datos pueden tener 
duplicados que indiquen problemas en la recopilación de los datos. Las muestras duplicadas que 
resultan de una recopilación de datos defectuosa podrían interferir con los procesos de machine 
learning, que se basan en dividir los datos en grupos independientes de entrenamiento y validación.

Los siguientes son los elementos del informe de información que pueden verse afectados por la 
duplicación de muestras:

• Modelo rápido

• Estimación de la potencia predictiva

• Ajuste automático de hiperparámetros

Puede eliminar las muestras duplicadas del conjunto de datos mediante la transformación Eliminar 
duplicados en Administrar filas. Data Wrangler le muestra las filas que se duplican con más 
frecuencia.
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Definiciones

A continuación, se muestran las definiciones de los términos técnicos que se utilizan en el informe de 
información de datos.

Feature types

Las siguientes son las definiciones de cada uno de los tipos de características:

• Numérica: los valores numéricos pueden ser flotantes o enteros, como la edad o los ingresos. 
Los modelos de machine learning suponen que los valores numéricos están ordenados y que 
se define una distancia sobre ellos. Por ejemplo, 3 está más cerca de 4 que de 10 y 3 < 4 < 10.

• Categórico: las entradas de la columna pertenecen a un conjunto de valores únicos, que suele 
ser mucho menor que el número de entradas de la columna. Por ejemplo, una columna de 
longitud 100 podría contener los valores únicos Dog, Cat y Mouse. Los valores pueden ser 
numéricos, de texto o una combinación de ambos. Horse, House, 8, Love y 3.1 serían todos 
valores válidos y podrían encontrarse en la misma columna categórica. El modelo de machine 
learning no supone el orden ni la distancia en los valores de las características categóricas, a 
diferencia de las características numéricas, incluso cuando todos los valores son números.

• Binaria: las características binarias son un tipo de característica categórica especial en la que la 
cardinalidad del conjunto de valores únicos es 2.

• Texto: una columna de texto contiene muchos valores únicos no numéricos. En casos 
extremos, todos los elementos de la columna son únicos. En un caso extremo, no hay dos 
entradas iguales.

• Fecha y hora: una columna de fecha y hora contiene información sobre la fecha o la hora. 
Puede contener información tanto de la fecha como de la hora.

Feature statistics

Las siguientes son definiciones para cada una de las estadísticas de la característica:

• Potencia predictiva: la potencia predictiva mide la utilidad de la columna para predecir el 
objetivo.

• Valores atípicos (en columnas numéricas): Data Wrangler detecta los valores atípicos mediante 
dos estadísticas que son resistentes a los valores atípicos: la mediana y la desviación estándar 
robusta (RSTD). La RSTD se obtiene al recortar los valores de las características al rango 
[percentil 5, percentil 95] y calcular la desviación estándar del vector recortado. Todos los 
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valores superiores a la mediana +5 * RSTD o inferiores a la mediana -5 * RSTD se consideran 
valores atípicos.

• Sesgo (en columnas numéricas): el sesgo mide la simetría de la distribución y se define como 
el tercer momento de la distribución dividido por la tercera potencia de la desviación estándar. 
La asimetría de la distribución normal o de cualquier otra distribución simétrica es cero. Los 
valores positivos implican que la cola derecha de la distribución es más larga que la cola 
izquierda. Los valores negativos implican que la cola izquierda de la distribución es más larga 
que la cola derecha. Como regla general, una distribución se considera asimétrica cuando el 
valor absoluto de la asimetría es superior a 3.

• Curtosis (en columnas numéricas): la curtosis de Pearson mide el peso de la cola de la 
distribución. Se define como el cuarto momento de la distribución dividido por el cuadrado del 
segundo momento. La curtosis de la distribución normal es 3. Los valores de curtosis inferiores 
a 3 implican que la distribución se concentra alrededor de la media y que las colas son más 
ligeras que las colas de la distribución normal. Los valores de curtosis superiores a 3 implican 
colas con más peso o valores atípicos.

• Valores ausentes: los objetos de tipo nulo, las cadenas vacías y las cadenas compuestas 
únicamente por espacios en blanco se consideran valores ausentes.

• Valores válidos para las características numéricas o el objetivo de regresión: todos los valores 
que se pueden convertir en flotantes finitos son válidos. Los valores ausentes no son válidos.

• Valores válidos para características categóricas, binarias o de texto, o para el objetivo de 
clasificación: todos los valores que no faltan son válidos.

• Características de fecha y hora: todos los valores que puede convertir en un objeto de fecha y 
hora son válidos. Los valores ausentes no son válidos.

• Valores no válidos: valores ausentes o que no se pueden convertir correctamente. Por ejemplo, 
en una columna numérica, no puede convertir la cadena "six" o un valor nulo.

Quick model metrics for regression

Las siguientes son las definiciones de las métricas del modelo rápido:

• R2 (o coeficiente de determinación): R2 es la proporción de la variación en el objetivo que 
predice el modelo. R2 está en el rango de [-inft, 1]. 1 es la puntuación del modelo que predice 
el objetivo a la perfección y 0 es la puntuación del modelo trivial que siempre predice la media 
objetivo.
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• MSE o error cuadrático medio: MSE está en el rango [0, infty]. 0 es la puntuación del modelo 
que predice perfectamente el objetivo.

• MAE o error absoluto medio: el MAE se encuentra en el rango [0, infty] donde 0 es la 
puntuación del modelo que predice perfectamente el objetivo.

• RMSE o raíz del error cuadrático medio: la RMSE se encuentra en el rango [0, infty] donde 0 es 
la puntuación del modelo que predice perfectamente el objetivo.

• Error máximo: el valor absoluto máximo del error en el conjunto de datos. El error máximo se 
encuentra en el rango [0, infty] donde 0 es la puntuación del modelo que predice perfectamente 
el objetivo.

• Mediana del error absoluto: la mediana del error absoluto se encuentra en el rango [0, infty] 
donde 0 es la puntuación del modelo que predice perfectamente el objetivo.

Quick model metrics for classification

Las siguientes son las definiciones de las métricas del modelo rápido:

• Precisión: la precisión es la proporción de muestras que se predicen con precisión. La precisión 
está en el rango [0, 1]. 0 es la puntuación del modelo que predice todas las muestras de forma 
incorrecta y 1 es la puntuación del modelo perfecto.

• Precisión equilibrada: la precisión equilibrada es la proporción de muestras que se predicen 
con precisión cuando se ajustan las ponderaciones de las clases para equilibrar los datos. 
Se les da la misma importancia a todas las clases, independientemente de su frecuencia. La 
precisión equilibrada se encuentra en el rango [0, 1]. 0 es la puntuación del modelo que predice 
erróneamente todas las muestras. 1 es la puntuación del modelo perfecto.

• AUC (clasificación binaria): es el área bajo la curva característica de funcionamiento del 
receptor. El AUC se encuentra en el rango [0, 1] en el que un modelo aleatorio arroja una 
puntuación de 0,5 y el modelo perfecto devuelve una puntuación de 1.

• AUC (OVR): en la clasificación multiclase, se trata del área bajo la curva característica de 
funcionamiento del receptor, que se calcula por separado para cada etiqueta, utilizando uno 
frente al resto. Data Wrangler informa del promedio de las áreas. El AUC se encuentra en el 
rango [0, 1] en el que un modelo aleatorio arroja una puntuación de 0,5 y el modelo perfecto 
devuelve una puntuación de 1.

• Precisión: la precisión se define para una clase específica. La precisión es la fracción de 
positivos verdaderos de todas las instancias en las que el modelo clasificó como esa clase. La 
precisión está en el rango [0, 1]. 1 es la puntuación del modelo que no tiene falsos positivos 
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para la clase. Para la clasificación binaria, Data Wrangler informa de la precisión de la clase 
positiva.

• Recuperación: la recuperación se define para una clase específica. La recuperación es 
la fracción de las instancias de clase pertinentes que se recuperan correctamente. La 
recuperación está en el rango [0, 1]. 1 es la puntuación del modelo que clasifica correctamente 
todas las instancias de la clase. Para la clasificación binaria, Data Wrangler informa de la 
recuperación de la clase positiva.

• F1: F1 se define para una clase específica. Es la media armónica entre la precisión y la 
recuperación. F1 está en el rango [0, 1]. 1 es la puntuación del modelo perfecto. Para la 
clasificación binaria, Data Wrangler indica la F1 para las clases con valores positivos.

Textual patterns

Los patrones describen el formato textual de una cadena utilizando un formato fácil de leer. A 
continuación se muestran ejemplos de patrones de texto:

• “{digits:4-7}” describe una secuencia de dígitos que tienen una longitud entre 4 y 7.

• “{alnum:5}” describe una cadena alfanumérica con una longitud exacta de 5.

Data Wrangler infiere los patrones observando muestras de cadenas no vacías a partir de sus 
datos. Puede describir muchos de los patrones más utilizados. La confianza expresada como 
porcentaje indica qué cantidad de datos se estima que coincide con el patrón. Con el patrón 
textual, puede ver qué filas de los datos tiene que corregir o eliminar.

A continuación se describen los patrones que Data Wrangler puede reconocer:

Patrón Formato textual

{alnum} Cadenas alfanuméricas

{any} Cualquier cadena de caracteres de palabra

{digits} Una secuencia de dígitos

{lower} Una palabra en minúscula

{mixed} Una palabra con mayúsculas y minúsculas
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Patrón Formato textual

{name} Una palabra que comienza por una letra 
mayúscula

{upper} Una palabra mayúscula

{whitespace} Caracteres de espacio en blanco

Un carácter de palabra es un carácter de subrayado o un carácter que puede aparecer en una 
palabra en cualquier idioma. Por ejemplo, las cadenas 'Hello_word' y 'écoute' ambas 
constan de caracteres de palabras. Tanto la “H” como la “é” son ejemplos de caracteres de 
palabra.

Histograma

Utilice los histogramas para ver los recuentos de los valores de las características de una 
característica específica. Puede examinar las relaciones entre las características mediante la opción
Colorear por.

Puede usar la característica Facetas para crear histogramas de una columna para cada valor de otra 
columna.

Gráfico de dispersión

Use la característica Gráfico de dispersión para examinar la relación entre las características. Para 
crear un gráfico de dispersión, seleccione una característica para representarla en el eje X y el eje Y. 
Ambas columnas deben ser columnas de tipo numérico.

Puede colorear los gráficos de dispersión mediante una columna adicional.

Además, puede ordenar los gráficos de dispersión por características.

Resumen de la tabla

Utilice el análisis Resumen de la tabla para resumir rápidamente los datos.

Para las columnas con datos numéricos, incluidos los logarítmicos y datos flotantes, el resumen de 
la tabla indica el número de entradas (recuento), mínimo (mín.), máximo (máx.), media y desviación 
estándar (DE) de cada columna.

Preparación de los datos 859



Amazon SageMaker Guía para desarrolladores

Para las columnas con datos no numéricos, incluidas las columnas con datos de cadena, booleanos 
o de fecha y hora, el resumen de la tabla indica el número de entradas (recuento), el valor menos 
frecuente (mín.) y el valor más frecuente (máx.).

Modelo rápido

Utilice la visualización Modelo rápido para evaluar rápidamente los datos y generar puntuaciones de 
importancia para cada característica. Una Puntuación de importancia de la característica indica la 
utilidad de una característica para predecir una etiqueta objetivo. La puntuación de importancia de la 
característica está entre [0, 1] y un número más alto indica que la característica es más importante 
para todo el conjunto de datos. En la parte superior del gráfico de modelo rápido, hay una puntuación 
del modelo. Un problema de clasificación muestra una puntuación de F1. Un problema de regresión 
tiene una puntuación de error cuadrático medio (MSE).

Cuando crea un gráfico de modelo rápido, selecciona el conjunto de datos que desea evaluar y una 
etiqueta objetivo con la que desea comparar la importancia de las características. Data Wrangler 
hace lo siguiente:

• Infiere los tipos de datos de la etiqueta objetivo y de cada característica del conjunto de datos 
seleccionado.

• Determina el tipo de problema. En función del número de valores distintos de la columna de 
etiquetas, Data Wrangler determina si se trata de un problema de regresión o clasificación. Data 
Wrangler establece un umbral categórico en 100. Si hay más de 100 valores distintos en la 
columna de etiquetas, Data Wrangler lo clasifica como un problema de regresión; de lo contrario, 
se clasifica como un problema de clasificación.

• Preprocesa las características y etiqueta los datos para el entrenamiento. El algoritmo utilizado 
requiere codificar las características con un tipo vectorial y codificar las etiquetas con un tipo doble.

• Entrena un algoritmo de bosque aleatorio con un 70 % de datos. El de Spark
RandomForestRegressorse usa para entrenar un modelo para problemas de regresión.
RandomForestClassifierSe usa para entrenar un modelo para problemas de clasificación.

• Evalúa un modelo de bosque aleatorio con el 30 % restante de los datos. Data Wrangler evalúa 
los modelos de clasificación con una puntuación F1 y evalúa los modelos de regresión con una 
puntuación MSE.

• Calcula la importancia de cada característica mediante el método de importancia de Gini.
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Fuga objetivo

La fuga de objetivos se produce cuando hay datos en un conjunto de datos de entrenamiento de 
machine learning que están estrechamente correlacionados con la etiqueta objetivo, pero que no 
están disponibles en los datos de la vida real. Por ejemplo, es posible que tenga una columna en su 
conjunto de datos que sirva como proxy de la columna que desea predecir con su modelo.

Al utilizar el análisis Fuga de objetivos, especifica lo siguiente:

• Objetivo: esta es la característica sobre la que desea que su modelo de machine learning pueda 
realizar predicciones.

• Tipo de problema: este es el tipo de problema de machine learning en el que está trabajando. El 
tipo de problema puede ser de clasificación o regresión.

• (Opcional) Características máximas: es la cantidad máxima de características que se pueden 
presentar en la visualización, que muestra las características clasificadas según su riesgo de 
convertirse en una fuga de objetivos.

Para la clasificación, el análisis de fuga de objetivos utiliza el área bajo la curva de la característica 
operativa de receptor, o curva AUC-ROC para cada columna, hasta las Características máximas. 
Para la regresión, utiliza un coeficiente de determinación o métrica R2.

La curva AUC-ROC proporciona una métrica predictiva, calculada individualmente para cada 
columna mediante la validación cruzada, en una muestra de hasta 1000 filas aproximadamente. Una 
puntuación de 1 indica una capacidad predictiva perfecta, lo que a menudo es señal de una fuga de 
objetivos. Una puntuación igual o inferior a 0,5 indica que la información de la columna no puede 
proporcionar, por sí sola, ninguna información útil para predecir el objetivo. Aunque puede ocurrir 
que una columna no sea informativa por sí sola, pero que sea útil para predecir el objetivo cuando 
se utiliza junto con otras características, una puntuación baja podría indicar que la característica es 
redundante.

Multicolinealidad

La multicolinealidad es una circunstancia en la que dos o más variables predictoras están 
relacionadas entre sí. Las variables predictoras son características del conjunto de datos que se 
utilizan para predecir una variable objetivo. Cuando tiene multicolinealidad, las variables predictoras 
no solo predicen la variable objetivo, sino que también se predicen entre sí.
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Puede utilizar el factor de inflación de la varianza (VIF), el análisis de componentes principales (PCA)
o la selección de características Lasso como medidas de la multicolinealidad de los datos. Para 
obtener más información, consulte lo siguiente.

Variance Inflation Factor (VIF)

El factor de inflación de la varianza (VIF) es una medida de la colinealidad entre pares de 
variables. Data Wrangler devuelve una puntuación de VIF como una medida de lo estrechamente 
que están relacionadas las variables entre sí. Una puntuación de VIF es un número positivo que 
es mayor o igual a 1.

Una puntuación de 1 significa que la variable no está correlacionada con las demás variables. Las 
puntuaciones superiores a 1 indican una correlación más alta.

En teoría, puede tener una puntuación VIF con un valor de infinito. Data Wrangler reduce las 
puntuaciones altas a 50. Si tiene una puntuación de VIF superior a 50, Data Wrangler establece la 
puntuación en 50.

Puede utilizar las siguientes pautas para interpretar las puntuaciones de VIF:

• Una puntuación de VIF inferior o igual a 5 indica que las variables están moderadamente 
correlacionadas con las demás variables.

• Una puntuación de VIF mayor o igual a 5 indica que las variables están altamente 
correlacionadas con las demás variables.

Principle Component Analysis (PCA)

El análisis de componentes principales (PCA) mide la varianza de los datos en diferentes 
direcciones en el espacio de características. El espacio de características consta de todas las 
variables predictoras que se utilizan para predecir la variable objetivo en el conjunto de datos.

Por ejemplo, si intenta predecir quién sobrevivió en el RMS Titanic tras chocar contra un iceberg, 
su espacio de características puede incluir la edad, el sexo y la tarifa que pagaron los pasajeros.

Desde el espacio de características, el PCA genera una lista ordenada de varianzas. Estas 
varianzas también se conocen como valores singulares. Los valores de la lista de varianzas 
son mayores o iguales a 0. Podemos usarlos para determinar cuánta multicolinealidad hay en 
nuestros datos.
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Cuando los números son aproximadamente uniformes, los datos tienen muy pocas instancias de 
multicolinealidad. Cuando hay mucha variabilidad entre los valores, tenemos muchas instancias 
de multicolinealidad. Antes de realizar el PCA, Data Wrangler normaliza cada característica para 
que tenga una media de 0 y una desviación estándar de 1.

Note

En esta circunstancia, el PCA también puede denominarse descomposición en valores 
singulares (SVD).

Lasso feature selection

La selección de características Lasso utiliza la técnica de regularización L1 para incluir solo las 
características más predictivas en el conjunto de datos.

Tanto para la clasificación como para la regresión, la técnica de regularización genera un 
coeficiente para cada característica. El valor absoluto del coeficiente proporciona una puntuación 
de importancia para la característica. Una puntuación de importancia más alta indica que es más 
predictiva de la variable objetivo. Un método habitual de selección de características consiste en 
utilizar todas las características que tienen un coeficiente lasso distinto de cero.

Detecte anomalías en los datos de series temporales

Puede utilizar la visualización de la detección de anomalías para ver los valores atípicos en los 
datos de serie temporal. Para entender qué es lo que determina una anomalía, debe entender que 
descomponemos la serie temporal en un término predicho y un término de error. La estacionalidad y 
la tendencia de la serie temporal se consideran el término predicho. Los residuos se tratan como el 
término de error.

Para el término de error, se especifica un umbral como el número de desviaciones estándar 
que el residuo puede alejarse de la media para que se considere una anomalía. Por ejemplo, 
puede especificar un umbral de 3 desviaciones estándar. Cualquier residuo que esté a más de 
3 desviaciones estándar de la media es una anomalía.

Puede utilizar el siguiente procedimiento para realizar un análisis de Detección de anomalías.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar análisis.
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3. En Tipo de análisis, elija Serie temporal.

4. En Visualización, elija Detección de anomalías.

5. En Umbral de anomalía, elija el umbral para que un valor se considera una anomalía.

6. Elija Vista previa para generar una vista previa del análisis.

7. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Descomposición de tendencias estacionales en los datos de series temporales

Puede determinar si hay estacionalidad en sus datos de serie temporal mediante la visualización 
de la descomposición de tendencias estacionales. Para realizar la descomposición, se usa el 
método STL (descomposición de tendencias estacionales mediante LOESS). La serie temporal se 
descompone en sus componentes estacionales, tendenciales y residuales. La tendencia refleja la 
progresión a largo plazo de la serie. El componente estacional es una señal que se repite en un 
período de tiempo. Tras eliminar los componentes estacionales y tendenciales de la serie temporal, 
se obtiene el residuo.

Puede utilizar el siguiente procedimiento para realizar un análisis de descomposición de la tendencia 
estacional.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar análisis.

3. En Tipo de análisis, elija Serie temporal.

4. En Visualización, elija Descomposición de tendencias estacionales.

5. En Umbral de anomalía, elija el umbral para que un valor se considera una anomalía.

6. Elija Vista previa para generar una vista previa del análisis.

7. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Cree visualizaciones personalizadas

Puede agregar un análisis al flujo de Data Wrangler para crear una visualización personalizada. 
Tu conjunto de datos, con todas las transformaciones que has aplicado, está disponible como 
DataFramePandas. Data Wrangler usa la variable df para almacenar el marco de datos. Para 
acceder al marco de datos, debe llamar a la variable.

Preparación de los datos 864

https://pandas.pydata.org/pandas-docs/stable/reference/api/pandas.DataFrame.html
https://pandas.pydata.org/pandas-docs/stable/reference/api/pandas.DataFrame.html


Amazon SageMaker Guía para desarrolladores

Debe proporcionar la variable de salida, chart, para almacenar un gráfico de salida de Altair. Por 
ejemplo, puede utilizar el bloque de código siguiente para crear un histograma personalizado con el 
conjunto de datos del Titanic.

import altair as alt
df = df.iloc[:30]
df = df.rename(columns={"Age": "value"})
df = df.assign(count=df.groupby('value').value.transform('count'))
df = df[["value", "count"]]
base = alt.Chart(df)
bar = base.mark_bar().encode(x=alt.X('value', bin=True, axis=None), y=alt.Y('count'))
rule = base.mark_rule(color='red').encode( 
    x='mean(value):Q', 
    size=alt.value(5))
chart = bar + rule

Para crear una visualización personalizada:

1. Junto al nodo que contiene la transformación que quiere visualizar, elija el signo +.

2. Elija Agregar análisis.

3. En Tipo de análisis, elija Visualización personalizada.

4. En Nombre del análisis, especifique un nombre.

5. Introduzca el código en el cuadro de códigos.

6. Elija Vista previa para obtener una vista previa de la visualización.

7. Elija Guardar para agregar la visualización.

Si no sabe cómo usar el paquete de visualización de Altair en Python, puede usar fragmentos de 
código personalizados para ayudarle a empezar.

Data Wrangler tiene una colección de fragmentos de visualización con capacidad de búsqueda. Para 
utilizar un fragmento de visualización, elija Buscar fragmentos de ejemplo y especifique una consulta 
en la barra de búsqueda.

En el siguiente ejemplo, se utiliza el fragmento de código Gráfico de dispersión discretizado. Traza 
un histograma para 2 dimensiones.
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Los fragmentos incluyen comentarios para ayudarle a entender los cambios que debe realizar en el 
código. Por lo general, es necesario especificar los nombres de las columnas del conjunto de datos 
en el código.

import altair as alt

# Specify the number of top rows for plotting
rows_number = 1000
df = df.head(rows_number)   
# You can also choose bottom rows or randomly sampled rows
# df = df.tail(rows_number)
# df = df.sample(rows_number)

chart = ( 
    alt.Chart(df) 
    .mark_circle() 
    .encode( 
        # Specify the column names for binning and number of bins for X and Y axis 
        x=alt.X("col1:Q", bin=alt.Bin(maxbins=20)), 
        y=alt.Y("col2:Q", bin=alt.Bin(maxbins=20)), 
        size="count()", 
    )
)

# :Q specifies that label column has quantitative type.
# For more details on Altair typing refer to
# https://altair-viz.github.io/user_guide/encoding.html#encoding-data-types 
         

Transforma los datos

Amazon SageMaker Data Wrangler ofrece numerosas transformaciones de datos de aprendizaje 
automático para agilizar la limpieza, la transformación y la caracterización de los datos. Cuando 
agrega una transformación, agrega un paso al flujo de datos. Cada transformación que añada 
modifica su conjunto de datos y produce un nuevo marco de datos. Todas las transformaciones 
posteriores se aplican al marco de datos resultante.

Data Wrangler incluye transformaciones integradas, que puede utilizar para transformar columnas 
sin necesidad de código. También puede añadir transformaciones personalizadas mediante 
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PySpark Python (función definida por el usuario), pandas y PySpark SQL. Algunas transformaciones 
funcionan “in situ”, mientras que otras crean una nueva columna de salida en el conjunto de datos.

Puede aplicar transformaciones a varias columnas a la vez. Por ejemplo, puede eliminar varias 
columnas en un solo paso.

Puede aplicar las transformaciones numéricas del proceso y Gestionar las transformaciones faltantes
solo a una columna.

Utilice esta página para obtener más información sobre estas transformaciones integradas y 
personalizadas.

IU de transformación

La mayoría de las transformaciones integradas se encuentran en la pestaña Preparación de 
la interfaz de usuario de Data Wrangler. Puede acceder a las transformaciones de unión y 
concatenación a través de la vista de flujo de datos. Utilice la siguiente tabla para obtener una vista 
previa de estas dos vistas.

Transform

Puede añadir una transformación a cualquier paso del flujo de datos. Utilice el siguiente 
procedimiento para agregar una transformación a su flujo de datos.

Para agregar un paso a su flujo de datos, haga lo siguiente.

1. Seleccione el signo +, situado junto al paso del flujo de datos.

2. Seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione una transformación.

5. (Opcional) Puede buscar la transformación que desea utilizar. Data Wrangler resalta la 
consulta en los resultados.

Join View

Para unir dos conjuntos de datos, seleccione el primer conjunto de datos de su flujo de datos y 
elija Unir. Cuando eliges Unirse. Los conjuntos de datos izquierdo y derecho se muestran en el 
panel izquierdo. El panel principal muestra su flujo de datos, con el conjunto de datos recién unido 
agregado.
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Si elige Configurar para configurar la unión, verá resultados similares a los que se muestran en 
la siguiente imagen. La configuración de unión se muestra en el panel izquierdo. Puede usar 
este panel para elegir el nombre del conjunto de datos unido, el tipo de unión y las columnas 
que desea unir. El panel principal muestra tres tablas. Las dos tablas superiores muestran los 
conjuntos de datos izquierdo y derecho, a la izquierda y a la derecha respectivamente. En esta 
tabla, puede obtener una vista previa del conjunto de datos unido.

Consulte Unir conjuntos de datos para obtener más información.

Concatenate View

Para concatenar dos conjuntos de datos, seleccione el primer conjunto de datos del flujo de datos 
y elija Concatenar. Los conjuntos de datos izquierdo y derecho se muestran en el panel izquierdo. 
El panel principal muestra su flujo de datos, con el conjunto de datos recién concatenado 
agregado.

Al elegir Configurar para configurar la concatenación, verá resultados similares a los que se 
muestran en la siguiente imagen. La configuración de concatenación se muestra en el panel 
izquierdo. Puede usar este panel para elegir el nombre del conjunto de datos concatenado, 
eliminar los duplicados después de la concatenación y agregar columnas para indicar el marco 
de datos de origen. El panel principal muestra tres tablas. Las dos tablas superiores muestran los 
conjuntos de datos izquierdo y derecho, a la izquierda y a la derecha respectivamente. En esta 
tabla, puede obtener una vista previa del conjunto de datos unido.

Consulte Concatenar conjuntos de datos para obtener más información.

Unir conjuntos de datos

Los marcos de datos se unen directamente a su flujo de datos. Al unir dos conjuntos de datos, el 
conjunto de datos unido resultante aparece en el flujo. Data Wrangler admite los siguientes tipos de 
unión.

• Exterior izquierda: incluye todas las filas de la tabla de la izquierda. Si el valor de la columna unida 
a una fila de la izquierda de la tabla no coincide con ningún valor de la fila de la derecha, esa fila 
contiene valores nulos para todas las columnas de la derecha de la tabla unida.

• Anticombinación izquierda: incluye las filas de la tabla de la izquierda que no contienen los valores 
de la tabla de la derecha para la columna unida.
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• Semicombinación izquierda: incluye una sola fila de la tabla de la izquierda para todas las filas 
idénticas que cumplan los criterios de la instrucción de combinación. Esto excluye las filas 
duplicadas de la tabla de la izquierda que coincidan con los criterios de la unión.

• Exterior derecha: incluye todas las filas de la tabla de la derecha. Si el valor de la columna unida 
de una fila de la derecha de la tabla no coincide con ningún valor de la fila de la izquierda, esa fila 
contiene valores nulos para todas las columnas de la tabla de la izquierda de la tabla unida.

• Interior: incluye filas de las tablas izquierda y derecha que contengan valores coincidentes en la 
columna unida.

• Exterior completa: incluye todas las filas de las tablas izquierda y derecha. Si el valor de fila de la 
columna unida de alguna de las tablas no coincide, se crean filas independientes en la tabla unida. 
Si una fila no contiene un valor para una columna de la tabla unida, se inserta un valor nulo para 
esa columna.

• Cruzada cartesiana: incluye filas que combinen cada fila de la primera tabla con cada fila de 
la segunda tabla. Se trata de un producto cartesiano de las filas de las tablas de la unión. El 
resultado de este producto es el tamaño de la tabla izquierda multiplicado por el tamaño de la tabla 
derecha. Por lo tanto, recomendamos tener cuidado al utilizar esta unión entre conjuntos de datos 
muy grandes.

Utilice el siguiente procedimiento para unir dos marcos de datos.

1. Seleccione el signo + junto al marco de datos izquierdo que desee unir. El primer marco de 
datos que seleccione será siempre la tabla de la izquierda de la combinación.

2. Elija Join (Unirse).

3. Seleccione el marco de datos derecho. El segundo marco de datos que seleccione será siempre 
la tabla de la derecha de la combinación.

4. Elija Configurar para configurar la unión.

5. Asigne un nombre al conjunto de datos unido en el campo Nombre.

6. Seleccione un tipo de unión.

7. Seleccione una columna de las tablas izquierda y derecha para unirlas.

8. Elija Aplicar para obtener una vista previa del conjunto de datos unido a la derecha.

9. Para agregar la tabla unida a su flujo de datos, elija Agregar.
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Concatenar conjuntos de datos

Concatenar dos conjuntos de datos:

1. Seleccione +, junto al marco de datos izquierdo que desee concatenar. El primer marco de datos 
que seleccione será siempre la tabla de la izquierda de la concatenación.

2. Elija Concatenar.

3. Seleccione el marco de datos derecho. El segundo marco de datos que seleccione será siempre 
la tabla de la derecha de la concatenación.

4. Elija Configurar para configurar la concatenación.

5. Asigne un nombre al conjunto de datos concatenado en el campo Nombre.

6. (Opcional) Seleccione la casilla de verificación situada junto a Eliminar los duplicados después 
de la concatenación para eliminar las columnas duplicadas.

7. (Opcional) Seleccione la casilla de verificación situada junto a Añadir columna para indicar el 
marco de datos de origen si, para cada columna del nuevo conjunto de datos, desea añadir un 
indicador del origen de la columna.

8. Elija Aplicar para obtener una vista previa del nuevo conjunto de datos.

9. Seleccione agregar para añadir el nuevo conjunto de datos a su flujo de datos.

Equilibrar los datos

Puede equilibrar los datos de los conjuntos de datos con una categoría infrarrepresentada. Equilibrar 
un conjunto de datos puede ayudarle a crear mejores modelos para la clasificación binaria.

Note

No puede equilibrar los conjuntos de datos que contienen vectores de columnas.

Puede utilizar la operación Equilibrar datos para equilibrar los datos mediante uno de los siguientes 
operadores.

• Sobremuestreo aleatorio: duplica aleatoriamente las muestras de la categoría minoritaria. Por 
ejemplo, si está intentando detectar un fraude, es posible que solo tenga casos de fraude en 
el 10 % de sus datos. Para una proporción igual de casos fraudulentos y no fraudulentos, este 
operador duplica aleatoriamente los casos de fraude en el conjunto de datos ocho veces.
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• Submuestreo aleatorio: es bastante equivalente al sobremuestreo aleatorio. Elimina aleatoriamente 
las muestras de la categoría sobrerrepresentada para obtener la proporción de muestras que 
desee.

• Técnica de sobremuestreo de minorías sintéticas (SMOTE): utiliza muestras de la categoría 
infrarrepresentada para interpolar nuevas muestras minoritarias sintéticas. Para obtener más 
información sobre SMOTE, consulte la siguiente descripción.

Puede usar todas las transformaciones para conjuntos de datos que contengan características 
numéricas y no numéricas. SMOTE interpola los valores mediante muestras vecinas. Data Wrangler 
utiliza la distancia R cuadrada para determinar la vecindad e interpolar las muestras adicionales. 
Data Wrangler solo usa características numéricas para calcular las distancias entre las muestras del 
grupo subrepresentado.

Para dos muestras reales del grupo subrepresentado, Data Wrangler interpola las características 
numéricas mediante un promedio ponderado. Asigna ponderaciones de forma aleatoria a las 
muestras en el rango de [0, 1]. Para las características numéricas, Data Wrangler interpola las 
muestras utilizando un promedio ponderado de las muestras. Para las muestras A y B, Data 
Wrangler podría asignar aleatoriamente una ponderación de 0,7 a A y 0,3 a B. La muestra 
interpolada tiene un valor de 0,7A + 0,3B.

Data Wrangler interpola las características no numéricas copiándolas de cualquiera de las muestras 
reales interpoladas. Copie las muestras con una probabilidad que asigna aleatoriamente a cada 
muestra. Para las muestras A y B, puede asignar probabilidades de 0,8 a A y 0,2 a B. Para las 
probabilidades que asignó, copia A el 80% del tiempo.

Transformaciones personalizadas

El grupo Transformaciones personalizadas le permite usar Python (función definida por el 
usuario) PySpark, pandas o PySpark (SQL) para definir transformaciones personalizadas. En 
las tres opciones, utilice la variable df para acceder al marco de datos al que desee aplicar la 
transformación. Para aplicar el código personalizado en el marco de datos, asigne el marco de datos 
a las transformaciones que ha realizado a la variable df. Si no utiliza Python (función definida por 
el usuario), no es necesario incluir una declaración de retorno. Seleccione Vista previa para obtener 
una vista previa del resultado de la transformación personalizada. Seleccione Agregar para añadir la 
transformación personalizada a la lista de Pasos anteriores.

Puede importar las bibliotecas más populares con una instrucción import en el bloque de código de 
transformación personalizada, como la siguiente:
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• NumPy versión 1.19.0

• scikit-learn versión 0.23.2

• SciPy versión 1.5.4

• pandas versión 1.0.3

• PySpark versión 3.0.0

Important

La transformación personalizada no admite columnas con espacios ni caracteres especiales 
en el nombre. Se recomienda especificar nombres de columnas que solo tengan caracteres 
alfanuméricos y guiones bajos. Puede utilizar la transformación Cambiar nombre de columna
en el grupo de transformaciones Administrar columnas, a fin de eliminar los espacios del 
nombre de una columna. También puede añadir una transformación personalizada de Python 
(Pandas) similar a la siguiente para eliminar los espacios de varias columnas en un solo 
paso. En este ejemplo, se cambian las columnas denominadas A column y B column por
A_column yB_column, respectivamente.

df.rename(columns={"A column": "A_column", "B column": "B_column"})

Si incluye instrucciones de impresión en el bloque de código, el resultado aparece al seleccionar
Vista previa. Puede cambiar el tamaño del panel del transformador de código personalizado. Al 
cambiar el tamaño del panel, se proporciona más espacio para escribir código.

Las siguientes secciones proporcionan contexto adicional y ejemplos para escribir código de 
transformación personalizado.

Python (función definida por el usuario)

La función Python le permite escribir transformaciones personalizadas sin necesidad de conocer 
Apache Spark o pandas. Data Wrangler está optimizado para ejecutar su código personalizado 
rápidamente. Obtiene un rendimiento similar con el código Python personalizado y un complemento 
de Apache Spark.

Para usar el bloque de código Python (función definida por el usuario), especifique lo siguiente.

• Columna de entrada: la columna de entrada en la que aplica la transformación.
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• Modo: el modo de programación, ya sea pandas o Python.

• Tipo de retorno: el tipo de datos del valor que devolverá.

El uso del modo pandas ofrece un mejor rendimiento. El modo Python facilita la escritura de 
transformaciones mediante el uso de funciones puras de Python.

PySpark

El siguiente ejemplo extrae la fecha y la hora de una marca de tiempo.

from pyspark.sql.functions import from_unixtime, to_date, date_format
df = df.withColumn('DATE_TIME', from_unixtime('TIMESTAMP'))
df = df.withColumn( 'EVENT_DATE', to_date('DATE_TIME')).withColumn(
'EVENT_TIME', date_format('DATE_TIME', 'HH:mm:ss'))

pandas

El siguiente ejemplo proporciona una descripción general del marco de datos al que se van a añadir 
las transformaciones.

df.info()

PySpark (SQL)

El siguiente ejemplo crea un nuevo marco de datos con cuatro columnas: name, fare, pclass y
survived.

SELECT name, fare, pclass, survived FROM df

Si no sabes cómo usarlo PySpark, puedes usar fragmentos de código personalizados para ayudarte 
a empezar.

Data Wrangler tiene una colección de fragmentos de código con capacidad de búsqueda. Puedes 
usar fragmentos de código para realizar tareas como colocar columnas, agrupar por columnas o 
modelar.

Para usar un fragmento de código, seleccione Buscar fragmentos de ejemplo y especifique una 
consulta en la barra de búsqueda. El texto que especifique en la consulta no tiene por qué coincidir 
exactamente con el nombre del fragmento de código.
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En el siguiente ejemplo, se muestra un fragmento de código Descartar filas duplicadas que puede 
eliminar filas con datos similares del conjunto de datos. Para encontrar el fragmento de código, 
busque una de las siguientes opciones:

• Duplicados

• Idéntico

• Remove

El siguiente fragmento contiene comentarios que le ayudarán a comprender los cambios que debe 
realizar. Para la mayoría de los fragmentos, debe especificar los nombres de las columnas del 
conjunto de datos en el código.

# Specify the subset of columns
# all rows having identical values in these columns will be dropped

subset = ["col1", "col2", "col3"]
df = df.dropDuplicates(subset)   

# to drop the full-duplicate rows run
# df = df.dropDuplicates()             
                         
         

Para usar un fragmento, copie y pegue su contenido en el campo Transformación personalizada. 
Puede copiar y pegar varios fragmentos de código en el campo de transformación personalizada.

Fórmula personalizada

Usa una fórmula personalizada para definir una nueva columna mediante una expresión Spark SQL 
para consultar datos en el marco de datos actual. La consulta debe usar las convenciones de las 
expresiones Spark SQL.

Important

La fórmula personalizada no admite columnas con espacios ni caracteres especiales en 
el nombre. Se recomienda especificar nombres de columnas que solo tengan caracteres 
alfanuméricos y guiones bajos. Puede utilizar la transformación Cambiar nombre de columna
en el grupo de transformaciones Administrar columnas, a fin de eliminar los espacios del 
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nombre de una columna. También puede añadir una transformación personalizada de Python 
(Pandas) similar a la siguiente para eliminar los espacios de varias columnas en un solo 
paso. En este ejemplo, se cambian las columnas denominadas A column y B column por
A_column yB_column, respectivamente.

df.rename(columns={"A column": "A_column", "B column": "B_column"})

Puede utilizar esta transformación para realizar operaciones en las columnas, y puede hacer 
referencia a las columnas por su nombre. Por ejemplo, supongamos que el marco de datos actual 
contiene columnas denominadas col_a y col_b; puede utilizar la siguiente operación para generar 
una columna de salida que sea el producto de estas dos columnas con el siguiente código:

col_a * col_b

Otras operaciones comunes son las siguientes, suponiendo que el marco de datos contenga 
columnas col_a y col_b:

• Concatenar dos columnas: concat(col_a, col_b)

• Añadir dos columnas: col_a + col_b

• Restar dos columnas: col_a - col_b

• Dividir dos columnas: col_a / col_b

• Tomar el valor absoluto de una columna: abs(col_a)

Para obtener más información, consulte la documentación de Spark sobre la selección de datos.

Reducir la dimensionalidad dentro de un conjunto de datos

Reduzca la dimensionalidad de sus datos mediante el análisis de componentes principales (PCA). La 
dimensionalidad de su conjunto de datos depende de la cantidad de características. Cuando utiliza 
la reducción de dimensionalidad en Data Wrangler, obtiene un nuevo conjunto de características 
denominados componentes. Cada componente tiene en cuenta cierta variabilidad en los datos.

El primer componente representa la mayor cantidad de variación en los datos. El segundo 
componente representa la segunda mayor cantidad de variación en los datos, y así sucesivamente.
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Puede utilizar la reducción de dimensionalidad para reducir el tamaño de los conjuntos de datos que 
utiliza para entrenar los modelos. En lugar de utilizar las características en su conjunto de datos, 
puede utilizar los componentes principales.

Para realizar la PCA, Data Wrangler crea ejes para sus datos. Un eje es una combinación afín de 
columnas en su conjunto de datos. El primer componente principal es el valor del eje que tiene 
la mayor cantidad de varianza. El segundo componente principal es el valor del eje que tiene la 
segunda mayor cantidad de varianza. El enésimo componente principal es el valor del eje que tiene 
la enésima cantidad de varianza más alta.

Puede configurar el número de componentes principales que devuelve Data Wrangler. Puede 
especificar el número de componentes principales directamente o puede especificar el porcentaje del 
umbral de varianza. Cada componente principal explica una cantidad de varianza en los datos. Por 
ejemplo, podría tener un componente principal con un valor de 0,5. El componente explicaría el 50 % 
de la variación de los datos. Al especificar un porcentaje umbral de varianza, Data Wrangler devuelve 
el menor número de componentes posible que cumple con el porcentaje que especifique.

A continuación, se muestran ejemplos de componentes principales con la cantidad de varianza que 
explican en los datos.

• Componente 1: 0,5

• Componente 2: 0,45

• Componente 3: 0,05

Si especifica un porcentaje de umbral de varianza de 94 o 95, Data Wrangler devuelve el 
componente 1 y el componente 2. Si especifica un porcentaje de umbral de varianza de 96, Data 
Wrangler devuelve los tres componentes principales.

Puede utilizar el siguiente procedimiento para ejecutar el PCA en el conjunto de datos.

Para ejecutar el PCA en el conjunto de datos, haga lo siguiente.

1. Abra el flujo de datos de Data Wrangler.

2. Seleccione + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Elija Reducción de dimensionalidad.

5. En Columnas de entrada, elija las características que va a reducir en los componentes 
principales.
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6. (Opcional) En Número de componentes principales, elija el número de componentes principales 
que Data Wrangler devuelve en su conjunto de datos. Si especifica un valor para el campo, no 
podrá especificar un valor para el porcentaje del umbral de varianza.

7. (Opcional) En el porcentaje del umbral de varianza, especifique el porcentaje de variación de 
los datos que desea que expliquen los componentes principales. Data Wrangler utiliza el valor 
predeterminado de 95 si no especifica un valor para el umbral de varianza. No puede especificar 
un porcentaje de umbral de varianza si ha especificado un valor para el número de componentes 
principales.

8. (Opcional) Deseleccione Centrar para no usar la media de las columnas como centro de 
los datos. De forma predeterminada, Data Wrangler centra los datos con la media antes de 
escalarlos.

9. (Opcional) Deseleccione Escala para no escalar los datos con la desviación estándar de la 
unidad.

10. (Opcional) Elija Columnas para generar los componentes en columnas separadas. Elija Vector
para generar los componentes como un vector único.

11. (Opcional) En Columna de salida, especifique un nombre para la columna de salida. Si va a 
enviar los componentes a columnas independientes, el nombre que especifique es un prefijo. 
Si va a generar los componentes en un vector, el nombre que especifique es el nombre de la 
columna vectorial.

12. (Opcional) Seleccione Conservar columnas de entrada. No recomendamos seleccionar esta 
opción si planea usar solo los componentes principales para entrenar el modelo.

13. Seleccione Preview (Versión preliminar).

14. Elija Añadir.

Codificar categóricos

Los datos categóricos suelen estar compuestos por un número finito de categorías, donde cada 
categoría se representa con una cadena. Por ejemplo, si tiene una tabla de datos de clientes, 
una columna que indica el país en el que vive una persona es categórica. Las categorías serían
Afganistán, Albania, Argelia, etc. Los datos categóricos pueden ser nominales u ordinales. Las 
categorías ordinales tienen un orden inherente, pero las categorías nominales no. El grado de 
educación más alto obtenido (bachillerato, licenciatura, máster, etc.) es un ejemplo de categorías 
ordinales.
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La codificación de datos categóricos es el proceso de crear una representación numérica de las 
categorías. Por ejemplo, si sus categorías son Perro y Gato, puede codificar esta información en dos 
vectores: [1,0] para representar a Perro y [0,1] para representar a Gato.

Al codificar categorías ordinales, es posible que necesite traducir el orden natural de las categorías 
a su codificación. Por ejemplo, puede representar el grado más alto obtenido con el siguiente mapa:
{"High school": 1, "Bachelors": 2, "Masters":3}.

Utilice la codificación categórica para codificar datos categóricos en formato de cadena en matrices 
de enteros.

Los codificadores categóricos de Data Wrangler crean codificaciones para todas las categorías 
que existen en una columna en el momento en que se define el paso. Si se han agregado nuevas 
categorías a una columna al iniciar un trabajo de Data Wrangler para procesar el conjunto de datos 
en el momento t y esa columna era la entrada para una transformación de codificación categórica 
de Data Wrangler en el momento t-1, esas nuevas categorías se consideran ausentes en el trabajo 
de Data Wrangler. La opción que seleccione para estrategia de gestión no válida se aplica a estos 
valores que faltan. Algunos ejemplos de situaciones en las que esto puede ocurrir:

• Cuando se utiliza un archivo .flow para crear un trabajo de Data Wrangler a fin de procesar un 
conjunto de datos que se actualizó tras la creación del flujo de datos. Por ejemplo, puedes usar un 
flujo de datos para procesar regularmente los datos de ventas cada mes. Si los datos de ventas se 
actualizan semanalmente, es posible que se introduzcan nuevas categorías en las columnas para 
las que se defina un paso categórico de codificación.

• Al seleccionar el muestreo al importar el conjunto de datos, es posible que algunas categorías 
queden fuera de la muestra.

En estas situaciones, estas nuevas categorías se consideran valores ausentes en el trabajo de Data 
Wrangler.

Puede elegir y configurar una codificación ordinal y una codificación One-Hot. Utilice las siguientes 
secciones para obtener más información sobre estas opciones.

Ambas transformaciones crean una nueva columna llamada Nombre de columna de salida. El 
formato de salida de esta columna se especifica con Estilo de salida:

• Seleccione Vector para producir una sola columna con un vector disperso.

• Seleccione Columnas para crear una columna para cada categoría con una variable indicadora de 
si el texto de la columna original contiene un valor igual a esa categoría.
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Codificación ordinal

Seleccione Codificación ordinal para codificar las categorías en un número entero entre 0 y el 
número total de categorías de la columna de entrada que seleccione.

Estrategia de administración no válida: seleccione un método para gestionar los valores no válidos o 
ausentes.

• Elija Omitir si desea omitir las filas en las que falten valores.

• Elija Conservar para retener los valores faltantes como última categoría.

• Seleccione Error si desea que Data Wrangler arroje un error si se encuentran valores faltantes en 
la columna de entrada.

• Elija Reemplazar por NaN para reemplazar lo que falte por NaN. Se recomienda utilizar esta 
opción si el algoritmo ML puede gestionar los valores faltantes. De lo contrario, las tres primeras 
opciones de esta lista pueden producir mejores resultados.

Codificación One-Hot

Seleccione Codificación One-Hot para que Transform utilice la codificación One-Hot. Para configurar 
esta transformación, haga lo siguiente:

• Descartar la última categoría: si es True, la última categoría no tiene un índice correspondiente 
en la codificación One-Hot. Cuando es posible que falten valores, una categoría ausente siempre 
será la última; si se establece esto en True, un valor ausente dará como resultado un vector 
completamente cero.

• Estrategia de administración no válida: seleccione un método para gestionar los valores no válidos 
o ausentes.

• Elija Omitir si desea omitir las filas en las que falten valores.

• Elija Conservar para retener los valores faltantes como última categoría.

• Seleccione Error si desea que Data Wrangler arroje un error si se encuentran valores faltantes 
en la columna de entrada.

• Entrada con codificación ordinal: seleccione esta opción si el vector de entrada contiene datos con 
codificación ordinal. Esta opción requiere que los datos de entrada contengan números enteros no 
negativos. Si es Verdadero, la entrada i se codifica como un vector con un valor distinto de cero en 
la ubicación número i.
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Codificación por similitud

Utilice la codificación por similitud cuando tenga lo siguiente:

• Un gran número de variables categóricas

• Datos con ruido

El codificador por similitud crea incrustaciones para columnas con datos categóricos. Una integración 
es una asignación de objetos discretos, como palabras, a vectores de números reales. Codifica 
cadenas similares a vectores que contienen valores similares. Por ejemplo, crea codificaciones muy 
similares para “California” y “Calfornia”.

Data Wrangler convierte cada categoría de su conjunto de datos en un conjunto de tokens mediante 
un tokenizador de 3 gramos. Convierte los tokens en una incrustación mediante la codificación 
MinHash.

Características de las codificaciones por similitud que crea Data Wrangler:

• Tienen una dimensionalidad baja.

• Son escalables a un gran número de categorías.

• Son robustas y resistentes al ruido.

Por las razones anteriores, la codificación por similitud es más versátil que la codificación 
centralizada.

Para agregar la transformación de codificación por similitud en su conjunto de datos, utilice el 
siguiente procedimiento.

Para utilizar la codificación por similitud, haga lo siguiente.

1. Inicia sesión en Amazon SageMaker Console.

2. Elige Open Studio Classic.

3. Elija Lanzar aplicación.

4. Elija Studio.

5. Especifique su flujo de datos.

6. Elija un paso con una transformación.
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7. Seleccione Agregar paso.

8. Elija Codificar categóricos.

9. Especifique lo siguiente:

• Transformar: codificación por similitud

• Columna de entrada: la columna que contiene los datos categóricos que está codificando.

• Dimensión de destino: la dimensión del vector de incrustación categórica (opcional). El valor 
predeterminado es 30. Recomendamos usar una dimensión de destino más grande si tiene un 
conjunto de datos grande con muchas categorías.

• Estilo de salida: elija Vector para un único vector con todos los valores codificados. Elija
Columna para tener los valores codificados en columnas separadas.

• Columna de salida: el nombre de la columna de salida para una salida codificada vectorial 
(opcional). En el caso de una salida codificada por columnas, este es el prefijo de los nombres 
de las columnas seguido del número indicado.

Caracterización del texto

Utilice el grupo de transformaciones Caracterizar texto para inspeccionar las columnas de tipo 
cadena y utilizar la incrustación de texto a fin de caracterizar estas columnas.

Este grupo de características contiene dos características: Estadísticas de caracteres y Vectorizar. 
Utilice las siguientes secciones para obtener más información sobre estas transformaciones. Para 
ambas opciones, la columna de entrada debe contener datos de texto (tipo cadena).

Estadísticas de caracteres

Utilice Estadísticas de caracteres para generar estadísticas para cada fila de una columna que 
contenga datos de texto.

Esta transformación calcula las siguientes proporciones y recuentos para cada fila y crea una nueva 
columna para informar del resultado. La nueva columna recibe el nombre de la columna de entrada 
como prefijo y un sufijo específico de la proporción o el recuento.

• Número de palabras: el número total de palabras de esa fila. El sufijo de esta columna de salida es
-stats_word_count.

• Número de caracteres: el número total de caracteres de esa fila. El sufijo de esta columna de 
salida es -stats_char_count.
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• Proporción de mayúsculas: el número de caracteres en mayúscula, de la A a la Z, 
dividido entre todos los caracteres de la columna. El sufijo de esta columna de salida es -
stats_capital_ratio.

• Proporción de minúsculas: el número de caracteres en minúscula, de la a a la z, dividido 
entre todos los caracteres de la columna. El sufijo de esta columna de salida es -
stats_lower_ratio.

• Proporción de dígitos: la relación entre los dígitos de una sola fila y la suma de los dígitos de la 
columna de entrada. El sufijo de esta columna de salida es -stats_digit_ratio.

• Proporción de caracteres especiales: proporción entre caracteres no alfanuméricos (como #$&
%: @) y la suma de todos los caracteres de la columna de entrada. El sufijo de esta columna de 
salida es -stats_special_ratio.

Vectorizar

La incrustación de texto implica asignar palabras o frases de un vocabulario a vectores de números 
reales. Utilice la transformación de incrustación de texto de Data Wrangler para tokenizar y vectorizar 
datos de texto en vectores de frecuencia de término/frecuencia inversa de documento (TF-IDF).

Cuando se calcula la TF-IDF para una columna de datos de texto, cada palabra de cada oración se 
convierte en un número real que representa su importancia semántica. Los números más altos se 
asocian a palabras menos frecuentes, que suelen ser más significativas.

Al definir un paso de transformación Vectorizar, Data Wrangler utiliza los datos de su conjunto de 
datos para definir el vectorizador de recuento y los métodos TF-IDF. Al ejecutar un trabajo de Data 
Wrangler, se utilizan estos mismos métodos.

Para usar esta transformación, configure lo siguiente:

• Nombre de la columna de salida: esta transformación crea una nueva columna con el texto 
incrustado. Utilice este campo para especificar un nombre para esta columna de salida.

• Tokenizador: un tokenizador convierte la oración en una lista de palabras o tokens.

Elija Estándar para usar un tokenizador que divida por espacios en blanco y convierta cada 
palabra en minúsculas. Por ejemplo, "Good dog" está tokenizado a ["good","dog"].

Elija Personalizado para usar un tokenizador personalizado. Si elige Personalizado, puede usar los 
siguientes campos para configurar el tokenizador.
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• Longitud mínima del token: la longitud mínima, en caracteres, para que un token sea válido. 
El valor predeterminado es 1. Por ejemplo, si especifica 3 como longitud mínima del token, las 
palabras como a, at, in se eliminarán de la oración tokenizada.

• Si la expresión regular se divide en huecos: si se selecciona esta opción, la expresión regular se 
divide en espacios. De lo contrario, se ajusta a los tokens. El valor predeterminado es True.

• Patrón de expresiones regulares: el patrón de expresiones regulares que define el proceso de 
tokenización. El valor predeterminado es ' \\ s+'.

• A minúsculas: si se selecciona, Data Wrangler convierte todos los caracteres a minúsculas antes 
de la tokenización. El valor predeterminado es True.

Para obtener más información, consulte la documentación de Spark en Tokenizer.

• Vectorizador: el vectorizador convierte la lista de tokens en un vector numérico disperso. Cada 
token corresponde a un índice del vector, y un valor distinto de cero indica la existencia del token 
en la oración de entrada. Puede elegir entre dos opciones de vectorización: Recuento y Hashing.

• Vectorización de recuento permite personalizaciones con las que filtrar tokens poco frecuentes o 
demasiado comunes. Los parámetros de Vectorización de recuento son los siguientes.

• Frecuencia mínima de términos: en cada fila, se filtran los términos (tokens) con una 
frecuencia menor. Si especifica un número entero, se trata de un umbral absoluto (inclusivo). 
Si especifica una fracción entre 0 y 1 (ambos incluidos), el umbral es relativo al recuento total 
de términos. El valor predeterminado es 1.

• Frecuencia mínima de documentos: número mínimo de filas en las que debe aparecer un 
término (token) para poder incluirlo. Si especifica un número entero, se trata de un umbral 
absoluto (inclusivo). Si especifica una fracción entre 0 y 1 (ambos incluidos), el umbral es 
relativo al recuento total de términos. El valor predeterminado es 1.

• Frecuencia máxima de documentos: número máximo de documentos (filas) en los que puede 
aparecer un término (token) para ser incluido. Si especifica un número entero, se trata de un 
umbral absoluto (inclusivo). Si especifica una fracción entre 0 y 1 (ambos incluidos), el umbral 
es relativo al recuento total de términos. El valor predeterminado es 0.999.

• Tamaño máximo del vocabulario: tamaño máximo del vocabulario. El vocabulario se compone 
de todos los términos (tokens) de todas las filas de la columna. El valor predeterminado es
262144.

• Salidas binarias: si se selecciona, las salidas vectoriales no incluyen el número de apariciones 
de un término en un documento, sino que son un indicador binario de su presencia. El valor 
predeterminado es False.
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Para obtener más información sobre esta opción, consulta la documentación de Spark en.
CountVectorizer

• El Hashing es computacionalmente más rápido. Los parámetros de Vectorización de hashing
son los siguientes.

• Número de características durante el hashing: un vectorizador de hashing asigna los tokens a 
un índice vectorial según su valor de hash. Esta característica determina el número de valores 
de hash posibles. Los valores grandes dan como resultado menos colisiones entre los valores 
hash, pero un vector de salida de mayor dimensión.

Para obtener más información sobre esta opción, consulta la documentación de Spark en
FeatureHasher

• Apply IDF aplica una transformación IDF, que multiplica la frecuencia de término por la frecuencia 
inversa de documento estándar utilizada para la incrustación TF-IDF. Los parámetros de IDF son 
los siguientes.

• Frecuencia mínima de documentos: número mínimo de documentos (filas) en las que debe 
aparecer un término (token) para poder incluirlo. Si el vectorizador elegido es count_vectorize, 
le recomendamos que mantenga el valor predeterminado y que solo modifique el campo
min_doc_freq en los parámetros de Count vectorize. El valor predeterminado es 5.

• Formato de salida: el formato de salida de cada fila.

• Seleccione Vector para producir una sola columna con un vector disperso.

• Seleccione Plano para crear una columna para cada categoría con una variable indicadora de si 
el texto de la columna original contiene un valor igual a esa categoría. Solo puede elegir Plano si
Vectorizador está configurado como Vectorizador de recuento.

Transformar series temporales

En Data Wrangler puede transformar datos de serie temporal. Los valores de un conjunto de datos 
de series temporales están indexados en función de un tiempo específico. Por ejemplo, un conjunto 
de datos que muestra el número de clientes en una tienda por cada hora del día es un conjunto de 
datos de series temporales. En la siguiente tabla, se muestra un ejemplo de un conjunto de datos de 
series temporales.
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Número de clientes por hora en una tienda

Número de clientes Hora (hora)

4 09:00

10 10:00

14 11:00

25 12:00

20 13:00

18 14:00

En la tabla anterior, la columna Número de clientes contiene los datos de serie temporal. Los datos 
de serie temporal se indexan en función de los datos horarios de la columna Hora.

Es posible que necesite realizar una serie de transformaciones en los datos para ponerlos en un 
formato que pueda utilizar en el análisis. Utilice el grupo de transformaciones Series temporales
para transformar los datos de series temporales. Para obtener más información acerca de las 
transformaciones que puede realizar, consulte las siguientes secciones.

Temas

• Agrupación por serie temporal

• Remuestreo de datos de series temporales

• Gestión de datos ausentes de series temporales

• Validar la marca de tiempo de sus datos de series temporales

• Estandarizar la longitud de las series temporales

• Extracción de características a partir de datos de series temporales

• Uso de características desfasadas en los datos de series temporales

• Crear un rango de fecha y hora en su serie temporal

• Uso de periodos móviles en series temporales
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Agrupación por serie temporal

Puede utilizar el agrupamiento por operación para agrupar los datos de series temporales para 
valores específicos de una columna.

Por ejemplo, tiene la siguiente tabla que registra el consumo medio diario de electricidad en un 
domicilio.

Consumo medio diario de electricidad en un domicilio

ID del domicilio Marca de tiempo 
diaria

Consumo de electrici 
dad (kWh)

Número de ocupantes 
del domicilio

household_0 1/1/2020 30 2

household_0 1/2/2020 40 2

household_0 1/4/2020 35 3

household_1 1/2/2020 45 3

household_1 1/3/2020 55 4

Si elige agrupar por ID, obtendrá la siguiente tabla.

El consumo de electricidad se agrupa por ID de domicilio

ID del domicilio Serie de consumo de electrici 
dad (kWh)

Serie de número de ocupantes 
del domicilio

household_0 [30, 40, 35] [2, 2, 3]

household_1 [45, 55] [3, 4]

Cada entrada de la secuencia de series temporales está ordenada por la marca de tiempo 
correspondiente. El primer elemento de la secuencia corresponde a la primera marca de tiempo de la 
serie. Para household_0, 30 es el primer valor de la Serie de consumo de electricidad. El valor de
30 corresponde a la primera marca de tiempo de 1/1/2020.
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Puede incluir la marca de tiempo inicial y la marca de tiempo final. En la siguiente tabla, se muestra 
cómo aparece esa información.

El consumo de electricidad se agrupa por ID de domicilio

ID del domicilio Serie de 
consumo de 
electricidad 
(kWh)

Serie de número 
de ocupantes del 
domicilio

Start_time End_time

household_0 [30, 40, 35] [2, 2, 3] 1/1/2020 1/4/2020

household_1 [45, 55] [3, 4] 1/2/2020 1/3/2020

Puede utilizar el siguiente procedimiento para agrupar por una columna de series temporales.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione Serie temporal.

5. En Transformar, elija Agrupar por.

6. Especifique una columna en Agrupar por esta columna.

7. En Aplicar a columnas, especifique un valor.

8. Elija Vista previa para generar una vista previa del análisis.

9. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Remuestreo de datos de series temporales

Los datos de series temporales suelen contener observaciones que no se toman a intervalos 
regulares. Por ejemplo, un conjunto de datos puede tener algunas observaciones que se registran 
cada hora y otras observaciones que se registran cada dos horas.

Muchos análisis, como los algoritmos de pronóstico, requieren que las observaciones se realicen a 
intervalos regulares. El remuestreo le permite establecer intervalos regulares para las observaciones 
de su conjunto de datos.
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Puede aumentar o reducir el muestreo de una serie temporal. La reducción del muestreo aumenta 
el intervalo entre las observaciones del conjunto de datos. Por ejemplo, si reduce el muestreo de las 
observaciones que se realizan cada hora o cada dos horas, cada observación del conjunto de datos 
se realiza cada dos horas. Las observaciones horarias se agregan en un único valor mediante un 
método de agregación, como la media o la mediana.

El aumento del muestreo reduce el intervalo entre las observaciones del conjunto de datos. 
Por ejemplo, si aumenta el muestreo de las observaciones que se toman cada dos horas para 
convertirlas en observaciones por hora, puede usar un método de interpolación para inferir 
las observaciones por hora a partir de las que se han realizado cada dos horas. Para obtener 
información sobre los métodos de interpolación, consulte pandas. DataFrame.interpolar.

Puede volver a muestrear datos numéricos y no numéricos.

Utilice la operación Remuestreo para volver a muestrear los datos de series temporales. Si tiene 
varias series temporales en su conjunto de datos, Data Wrangler estandariza el intervalo de tiempo 
para cada serie temporal.

En la siguiente tabla, se muestra un ejemplo de reducción del muestreo de datos de series 
temporales utilizando la media como método de agregación. Los datos del muestreo se reducen de 
cada dos horas a cada hora.

Lecturas de temperatura por hora durante un día antes de la reducción de muestreo

Timestamp Temperatura (Celsius)

12:00 30

1:00 32

2:00 35

3:00 32

4:00 30
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Las lecturas de temperatura se redujeron a cada dos horas

Timestamp Temperatura (Celsius)

12:00 30

2:00 33,5

4:00 35

Puede utilizar el siguiente procedimiento para volver a muestrear datos de serie temporal.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione Remuestrear.

5. En Marca temporal, elija la columna timestamp.

6. En Unidad de frecuencia, especifique la frecuencia que va a volver a muestrear.

7. (Opcional) Especifique un valor para la Cantidad de frecuencia.

8. Configure la transformación especificando los campos restantes.

9. Elija Vista previa para generar una vista previa del análisis.

10. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Gestión de datos ausentes de series temporales

Si faltan valores en el conjunto de datos, puede elegir una de las siguientes opciones:

• En el caso de los conjuntos de datos que tienen varias series temporales, elimine las series 
temporales en las que faltan valores superiores al umbral que especifique.

• Impute los valores faltantes en una serie temporal utilizando otros valores de la serie temporal.

La imputación de un valor faltante implica reemplazar los datos especificando un valor o utilizando un 
método inferencial. Estos son los métodos que puede utilizar para la imputación.

• Valor constante: reemplaza todos los datos que faltan en su conjunto de datos por un valor que 
especifique.
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• Valor más común: reemplaza todos los datos que faltan por el valor que tenga la frecuencia más 
alta en el conjunto de datos.

• Rellenar hacia delante: utilice un relleno hacia delante para reemplazar los valores faltantes por 
el valor no faltante que precede a los valores faltantes. En la secuencia [2, 4, 7, NaN, NaN, NaN, 
8], todos los valores faltantes se sustituyen por 7. La secuencia que resulta del uso de un relleno 
hacia delante es [2, 4, 7, 7, 7, 7, 8].

• Rellenar hacia atrás: utilice un relleno hacia detrás para reemplazar los valores faltantes por el 
valor no faltante que sigue a los valores faltantes. En la secuencia [2, 4, 7, NaN, NaN, NaN, 8], 
todos los valores faltantes se sustituyen por 8. La secuencia que resulta del uso de un relleno 
hacia atrás es [2, 4, 7, 8, 8, 8, 8].

• Interpolar: utilice una función de interpolación para imputar los valores faltantes. Para obtener 
más información sobre las funciones que puede utilizar para la interpolación, consulte pandas. 
DataFrame.interpolar.

Es posible que algunos de los métodos de imputación no puedan imputar todo el valor que falta en 
el conjunto de datos. Por ejemplo, Rellenar hacia delante no puede imputar un valor faltante que 
aparezca al principio de la serie temporal. Puede imputar los valores utilizando un relleno hacia 
delante o hacia atrás.

Puede imputar los valores faltantes en una celda o en una columna.

En el siguiente ejemplo, se muestra cómo se imputan los valores dentro de una celda.

Consumo de electricidad con valores faltantes

ID del domicilio Serie de consumo de electricidad (kWh)

household_0 [30, 40, 35, NaN, NaN]

household_1 [45, NaN, 55]

Consumo de electricidad con valores imputados mediante un relleno hacia delante

ID del domicilio Serie de consumo de electricidad (kWh)

household_0 [30, 40, 35, 35, 35]

household_1 [45, 45, 55]
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En el siguiente ejemplo, se muestra cómo se imputan los valores dentro de una columna.

Consumo medio diario de electricidad de un domicilio con valores faltantes

ID del domicilio Consumo de electricidad (kWh)

household_0 30

household_0 40

household_0 NaN

household_1 NaN

household_1 NaN

Consumo medio diario de electricidad en un domicilio, con valores imputados mediante un relleno 
hacia delante

ID del domicilio Consumo de electricidad (kWh)

household_0 30

household_0 40

household_0 40

household_1 40

household_1 40

Puede utilizar el siguiente procedimiento para gestionar los valores que faltan.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Elija Manejo de ausentes.

5. Para el tipo de entrada de series temporales, elija si desea gestionar los valores faltantes dentro 
de una celda o a lo largo de una columna.
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6. En Imputar valores faltantes para esta columna, especifique la columna que tiene los valores 
faltantes.

7. En Método para imputar valores, seleccione un método.

8. Configure la transformación especificando los campos restantes.

9. Elija Vista previa para generar una vista previa del análisis.

10. Si faltan valores, puede especificar un método para imputarlos en Método para imputar valores.

11. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Validar la marca de tiempo de sus datos de series temporales

Es posible que tenga datos de marca de tiempo que no sean válidos. Puede usar la función Validar 
marca de tiempo para determinar si las marcas de tiempo de su conjunto de datos son válidas. La 
marca de tiempo puede no ser válida por uno o varios de los motivos siguientes:

• Faltan valores en la columna de marca de tiempo.

• Los valores de la columna de marca de tiempo no tienen el formato correcto.

Si tiene marcas de tiempo no válidas en su conjunto de datos, no podrá realizar el análisis 
correctamente. Puede usar Data Wrangler para identificar las marcas de tiempo no válidas y saber 
dónde debe limpiar sus datos.

La validación de series temporales funciona de dos maneras:

Puede configurar Data Wrangler para realizar una de las siguientes acciones si encuentra valores 
faltantes en el conjunto de datos:

• Descarte las filas en las que falten valores o haya valores no válidos.

• Identifique las filas en las que falten valores o haya valores no válidos.

• Lance un error si encuentra algún valor faltante o no válido en el conjunto de datos.

Puede validar las marcas de tiempo en las columnas del tipo timestamp o string. Si la columna 
tiene el tipo string, Data Wrangler convierte el tipo de columna a timestamp y realiza la 
validación.

Puede utilizar el siguiente procedimiento para validar las marcas de tiempo de su conjunto de datos.

1. Abra el flujo de datos de Data Wrangler.
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2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione Validar marcas de tiempo.

5. En Columna marca de tiempo, elija la columna marca de tiempo.

6. En Política, elija si desea gestionar las marcas de tiempo que faltan.

7. (Opcional) En Columna de salida, especifique un nombre para la columna de salida.

8. Si la columna de fecha y hora está formateada para el tipo de cadena, elija Transmitir a fecha y 
hora.

9. Elija Vista previa para generar una vista previa del análisis.

10. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Estandarizar la longitud de las series temporales

Si tiene datos de series temporales almacenados como matrices, puede estandarizar cada serie 
temporal con la misma longitud. La estandarización de la longitud de la matriz de series temporales 
podría facilitar la realización del análisis de los datos.

Puede estandarizar las series temporales para las transformaciones de datos que requieren que la 
longitud de los datos sea fija.

Muchos algoritmos de ML requieren que aplane los datos de las series temporales antes de usarlos. 
Aplanar los datos de series temporales consiste en separar cada valor de la serie temporal en su 
propia columna de un conjunto de datos. El número de columnas de un conjunto de datos no puede 
cambiar, por lo que es necesario estandarizar las longitudes de las series temporales antes de 
aplanar cada matriz en un conjunto de características.

Cada serie temporal se establece de acuerdo con la longitud que se especifique como cuantil o 
percentil del conjunto de series temporales. Por ejemplo, puede tener tres secuencias que tengan las 
siguientes longitudes:

• 3

• 4

• 5

Puede establecer la longitud de todas las secuencias como la longitud de la secuencia que tenga la 
longitud del percentil número 50.
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A las matrices de series temporales que son más cortas que la longitud que especificó se les 
agregan los valores faltantes. Lo que sigue es un ejemplo de formato de estandarización de la serie 
temporal a una longitud mayor: [2, 4, 5, NaN, NaN].

Puede utilizar diferentes métodos para gestionar los valores faltantes. Para obtener más información 
sobre estos métodos, consulte Gestión de datos ausentes de series temporales.

Las matrices de series temporales que son más largas que la longitud especificada se truncan.

Puede utilizar el siguiente procedimiento para estandarizar la longitud de la serie temporal.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Elija Estandarizar longitud.

5. En Estandarizar la longitud de la serie temporal de la columna, elija una columna.

6. (Opcional) En Columna de salida, especifique un nombre para la columna de salida. Si no 
especifica un nombre, la transformación se realiza en ese lugar.

7. Si la columna de fecha y hora está formateada para el tipo de cadena, elija Transmitir a fecha y 
hora.

8. Elija un Cuantil de corte y especifique un cuantil para establecer la longitud de la secuencia.

9. Seleccione Aplanar la salida para extraer los valores de la serie temporal en columnas 
independientes.

10. Elija Vista previa para generar una vista previa del análisis.

11. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Extracción de características a partir de datos de series temporales

Si está ejecutando un algoritmo de clasificación o regresión en los datos de series temporales, 
le recomendamos que extraiga las características de las series temporales antes de ejecutar el 
algoritmo. La extracción de características podría mejorar el rendimiento del algoritmo.

Utilice las siguientes opciones para elegir cómo desea extraer las características de los datos:

• Utilice el subconjunto mínimo para especificar la extracción de 8 características que usted 
considere útiles para los análisis posteriores. Puede utilizar un subconjunto mínimo cuando 
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necesite realizar cálculos rápidamente. También puede usarlo cuando su algoritmo de ML tenga 
un alto riesgo de sobreajuste y desee proporcionarle menos características.

• Utilice el subconjunto eficiente para especificar la extracción de la mayor cantidad de posible de 
características sin extraer en sus análisis las características que requieran un uso intensivo de 
recursos computacionales.

• Utilice Todas las características para especificar la extracción de todas las características de la 
serie de ajustes.

• Utilice el subconjunto manual para elegir una lista de características que, en su opinión, explican 
bien la variación de los datos.

Utilice el siguiente procedimiento para extraer características de los datos de series temporales.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione Extraer características.

5. En Extraer características para esta columna, seleccione una columna.

6. (Opcional) Seleccione Aplanar para extraer las características en columnas independientes.

7. En Estrategia, elija una estrategia para extraer las características.

8. Elija Vista previa para generar una vista previa del análisis.

9. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Uso de características desfasadas en los datos de series temporales

En muchos casos de uso, la mejor manera de predecir el comportamiento futuro de una serie 
temporal es usar su comportamiento más reciente.

Los usos más comunes de las características desfasadas son los siguientes:

• Recopilación de algunos valores pasados. Por ejemplo, para el tiempo t + 1, se recopila t, t - 1, t - 2 
y t - 3.

• Recopilación de valores que corresponden al comportamiento estacional de los datos. Por 
ejemplo, para predecir la ocupación de un restaurante a las 13:00 horas, puede utilizar las 
características a partir de las 13:00 horas del día anterior. El uso de las características a partir de 
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las 12:00 o las 11:00 del mismo día puede no ser tan predictivo como el uso de las características 
de los días anteriores.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione Características con retraso.

5. En Generar características con retraso para esta columna, seleccione una columna.

6. En Columna marca de tiempo, elija la columna con las marcas de tiempo.

7. En Retraso, especifique la duración del retraso.

8. (Opcional) Configure la salida mediante una de las siguientes opciones:

• Incluir toda el plazo de retraso

• Aplanar la salida

• Descartar filas sin historial

9. Elija Vista previa para generar una vista previa del análisis.

10. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Crear un rango de fecha y hora en su serie temporal

Es posible que tenga datos de series temporales que no tengan marcas de tiempo. Si sabe que las 
observaciones se realizaron a intervalos regulares, puede generar marcas temporales para las series 
temporales en una columna independiente. Para generar marcas de tiempo, especifique el valor de 
la marca de tiempo de inicio y la frecuencia de las marcas de tiempo.

Por ejemplo, puede tener los siguientes datos de series temporales para el número de clientes de un 
restaurante.

Datos de series temporales sobre el número de clientes de un restaurante

Número de clientes

10

14
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Número de clientes

24

40

30

20

Si sabe que el restaurante abre a las 17:00 y que las observaciones se realizan cada hora, puede 
añadir una columna de fecha y hora que corresponda a los datos de la serie temporal. Puede 
consultar la columna de marca de tiempo en la siguiente tabla.

Datos de series temporales sobre el número de clientes de un restaurante

Número de clientes Timestamp

10 13:00

14 14:00

24 15:00

40 16:00

30 17:00

20 18:00

Utilice el siguiente procedimiento para agregar un rango de fechas y horas a los datos.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Elija un rango de fecha y hora.

5. En Tipo de frecuencia, elija la unidad utilizada para medir la frecuencia de las marcas de tiempo.

6. En Marca de tiempo de inicio, especifique la marca de tiempo de inicio.
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7. En Columna de salida, especifique un nombre para la columna de salida.

8. (Opcional) Configure la salida con los campos restantes.

9. Elija Vista previa para generar una vista previa del análisis.

10. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Uso de periodos móviles en series temporales

Puede extraer características a lo largo de un periodo de tiempo. Por ejemplo, para el tiempo t
(con una longitud de periodo temporal de 3), para la fila que indica la marca temporal número
t, agregamos las características que se extraen de la serie temporal en los momentos t - 3, t -2 
y t - 1. Para obtener información sobre la extracción de características, consulte Extracción de 
características a partir de datos de series temporales.

Puede utilizar el siguiente procedimiento para extraer características durante un periodo de tiempo.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione las Características de periodo móvil.

5. En Generar características de periodo móvil para esta columna, seleccione una columna.

6. En Columna marca de tiempo, elija la columna con las marcas de tiempo.

7. (Opcional) En Columna de salida, especifique un nombre para la columna de salida.

8. En Tamaño del periodo, especifique el tamaño del periodo.

9. En Estrategia, elija una estrategia de extracción.

10. Elija Vista previa para generar una vista previa del análisis.

11. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Caracterizar la fecha y la hora

Utilice Caracterizar fecha/hora para crear una incrustación vectorial que represente un campo de 
fecha y hora. Para utilizar esta transformación, los datos de fecha y hora deben estar en uno de los 
siguientes formatos.

• Cadenas que describen la fecha y hora, como "January 1st, 2020, 12:44pm".
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• Una marca de tiempo de Unix: una marca de tiempo de Unix describe el número de segundos, 
milisegundos, microsegundos o nanosegundos desde el 1 de enero de 1970.

Puede elegir Inferir el formato de fecha y hora y proporcionar un Formato de fecha y hora. Si 
proporciona un formato de fecha y hora, debe usar los códigos descritos en la documentación de 
Python. Las opciones que seleccione para estas dos configuraciones tienen implicaciones en la 
velocidad de la operación y en los resultados finales.

• La opción más manual y rápida desde el punto de vista computacional es especificar un formato de 
fecha y hora y seleccionar No en Inferir el formato de fecha y hora.

• Para reducir el trabajo manual, puede elegir Inferir el formato de fecha y hora en lugar de 
especificar un formato de fecha y hora. También es una operación rápida desde el punto de vista 
computacional; sin embargo, asume que el primer formato de fecha y hora que se encuentre en la 
columna de entrada será el formato de toda la columna. Si hay otros formatos en la columna, estos 
valores son NaN en la salida final. Si se infiere el formato de fecha y hora, se pueden obtener 
cadenas sin analizar.

• Si no especifica un formato y selecciona No para inferir el formato de fecha y hora, obtendrá los 
resultados más sólidos. Se analizan todas las cadenas de fecha y hora válidas. Sin embargo, esta 
operación puede ser un orden de magnitud más lenta que las dos primeras opciones de esta lista.

Al utilizar esta transformación, se especifica una columna de entrada que contiene datos de fecha 
y hora en uno de los formatos enumerados anteriormente. La transformación crea una columna de 
salida denominada Nombre de columna de salida. El formato de la columna de salida depende de 
que la configuración use lo siguiente.

• Vector: genera una sola columna como un vector.

• Columnas: crea una nueva columna para cada característica. Por ejemplo, si la salida contiene un 
año, un mes y un día, se crean tres columnas independientes para el año, el mes y el día.

Además, debe elegir un Modo de incrustación. Para los modelos lineales y las redes profundas, se 
recomienda elegir el cíclico. Para los algoritmos basados en árboles, recomendamos elegir ordinal.
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Formatear cadena

Las transformaciones Formatear cadena contienen operaciones de formato de cadenas estándar. 
Por ejemplo, puede utilizar estas operaciones para eliminar caracteres especiales, normalizar la 
longitud de las cadenas y actualizar las mayúsculas y minúsculas de las cadenas.

Este grupo de características contiene las siguientes transformaciones. Todas las transformaciones 
devuelven copias de las cadenas de la columna de entrada y añaden el resultado a una nueva 
columna de salida.

Name Función

Left pad Relleno a la izquierda de la cadena con un
carácter de relleno determinado y hasta el
ancho indicado. Si la cadena es más larga que 
el ancho, el valor devuelto se acorta al número 
de caracteres de ancho.

Right pad Relleno a la derecha de la cadena con un
carácter de relleno determinado y hasta el
ancho indicado. Si la cadena es más larga que 
el ancho, el valor devuelto se acorta al número 
de caracteres de ancho.

Center (relleno a ambos lados) Relleno en el centro de la cadena (añade 
relleno a ambos lados de la cadena) con un
carácter de relleno determinado del ancho
indicado. Si la cadena es más larga que el
ancho, el valor devuelto se acorta al número de 
caracteres de ancho.

Prepend zeros Relleno a la izquierda de una cadena numérica 
con ceros, hasta un ancho determinado. Si la 
cadena es más larga que el ancho, el valor 
devuelto se acorta al número de caracteres de
ancho.
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Name Función

Strip left and right Devuelve una copia de la cadena sin los 
caracteres iniciales ni finales.

Strip characters from left Devuelve una copia de la cadena sin los 
caracteres iniciales.

Strip characters from right Devuelve una copia de la cadena sin los 
caracteres finales.

Lower case Convierte todas las letras del texto a minúscula 
s.

Upper case Convierte todas las letras del texto a 
mayúsculas.

Capitalize Escribe en mayúscula la primera letra de cada 
oración.

Swap case Convierte todas las mayúsculas en minúscula 
s y todas las minúsculas en mayúsculas en la 
cadena y la devuelve.

Add prefix or suffix Añade un prefijo y un sufijo a la columna de 
cadena. Debe especificar, al menos, un prefijo
o un sufijo.

Remove symbols Elimina los símbolos determinados de una 
cadena. Se eliminan todos los caracteres de la 
lista. El valor predeterminado es el espacio en 
blanco.

Gestionar valores atípicos

Los modelos de machine learning son sensibles a la distribución y el rango de los valores de sus 
características. Los valores atípicos, o valores poco frecuentes, pueden afectar negativamente a la 
precisión del modelo y provocar tiempos de entrenamiento más prolongados. Utilice este grupo de 
características para detectar y actualizar los valores atípicos en su conjunto de datos.
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Al definir un paso de transformación Gestionar valores atípicos, las estadísticas utilizadas para 
detectar valores atípicos se generan a partir de los datos disponibles en Data Wrangler al definir este 
paso. Estas mismas estadísticas se utilizan cuando se ejecuta un trabajo de Data Wrangler.

Utilice las siguientes secciones para obtener más información sobre las transformaciones que 
contiene este grupo. Usted especifica un nombre de salida y cada una de estas transformaciones 
genera una columna de salida con los datos resultantes.

Valores atípicos de desviación estándar sólida

Esta transformación detecta y corrige los valores atípicos en las características numéricas mediante 
estadísticas resistentes a valores atípicos.

Debe definir un cuantil superior y un cuantil inferior para las estadísticas utilizadas para calcular los 
valores atípicos. También debe especificar el número de desviaciones estándar desde las que un 
valor debe variar de la media para que se considere un valor atípico. Por ejemplo, si especifica 3 
para Desviaciones estándar, un valor debe estar a más de 3 desviaciones estándar de la media para 
que se considere un valor atípico.

El Método de resolución es el método que se utiliza para gestionar los valores atípicos cuando se 
detectan. Puede elegir entre las siguientes opciones:

• Recortar: utilice esta opción para recortar los valores atípicos al límite de detección de valores 
atípicos correspondiente.

• Eliminar: utilice esta opción para eliminar las filas con valores atípicos del marco de datos.

• Invalidar: utilice esta opción para reemplazar los valores atípicos por valores no válidos.

Valores atípicos de desviación estándar

Esta transformación detecta y corrige los valores atípicos en las características numéricas mediante 
la media y la desviación estándar.

Usted especifica el número de desviaciones estándar que debe separar a un valor de la media para 
que se considere un valor atípico. Por ejemplo, si especifica 3 para Desviaciones estándar, un valor 
debe estar a más de 3 desviaciones estándar de la media para que se considere un valor atípico.

El Método de resolución es el método que se utiliza para gestionar los valores atípicos cuando se 
detectan. Puede elegir entre las siguientes opciones:
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• Recortar: utilice esta opción para recortar los valores atípicos al límite de detección de valores 
atípicos correspondiente.

• Eliminar: utilice esta opción para eliminar las filas con valores atípicos del marco de datos.

• Invalidar: utilice esta opción para reemplazar los valores atípicos por valores no válidos.

Valores atípicos numéricos cuantiles

Utilice esta transformación para detectar y corregir valores atípicos en entidades numéricas mediante 
cuantiles. Puede definir un cuantil superior y un cuantil inferior. Todos los valores que están por 
encima del cuantil superior o por debajo del cuantil inferior se consideran valores atípicos.

El Método de resolución es el método que se utiliza para gestionar los valores atípicos cuando se 
detectan. Puede elegir entre las siguientes opciones:

• Recortar: utilice esta opción para recortar los valores atípicos al límite de detección de valores 
atípicos correspondiente.

• Eliminar: utilice esta opción para eliminar las filas con valores atípicos del marco de datos.

• Invalidar: utilice esta opción para reemplazar los valores atípicos por valores no válidos.

Valores atípicos numéricos mínimos y máximos

Esta transformación detecta y corrige los valores atípicos en las características numéricas mediante 
un umbral superior e inferior. Utilice este método si conoce los valores límite que marcan los valores 
atípicos.

Debe especificar un umbral superior y un umbral inferior; si los valores están por encima o por debajo 
de esos umbrales, respectivamente, se consideran valores atípicos.

El Método de resolución es el método que se utiliza para gestionar los valores atípicos cuando se 
detectan. Puede elegir entre las siguientes opciones:

• Recortar: utilice esta opción para recortar los valores atípicos al límite de detección de valores 
atípicos correspondiente.

• Eliminar: utilice esta opción para eliminar las filas con valores atípicos del marco de datos.

• Invalidar: utilice esta opción para reemplazar los valores atípicos por valores no válidos.
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Sustituir poco frecuentes

Cuando utiliza la transformación Sustituir poco frecuentes, especifica un umbral; Data Wrangler 
busca todos los valores que lo cumplen y los reemplaza por la cadena que haya especificado. Por 
ejemplo, es posible que desee utilizar esta transformación para clasificar todos los valores atípicos 
de una columna en la categoría “Otros”.

• Cadena de reemplazo: la cadena con la que se reemplazan los valores atípicos.

• Umbral absoluto: una categoría es poco frecuente si el número de instancias es inferior o igual a 
este umbral absoluto.

• Umbral de fracción: una categoría es poco frecuente si el número de instancias es inferior o igual a 
este umbral de fracción multiplicado por el número de filas.

• Máximo de categorías comunes: número máximo de categorías no poco frecuentes que 
permanecen después de la operación. Si el umbral no filtra suficientes categorías, las que tienen 
el mayor número de apariciones se clasifican como no poco frecuentes. Si se establece en 0 (valor 
predeterminado), no hay un límite estricto en cuanto al número de categorías.

Gestión de valores que faltan

Los valores faltantes son frecuentes en los conjuntos de datos de machine learning. En algunas 
situaciones, es apropiado imputar los datos faltantes a un valor calculado, como un valor 
promedio o categóricamente común. Puede procesar los valores faltantes mediante el grupo de 
transformaciones Gestión de valores que faltan. Este grupo de características contiene las siguientes 
transformaciones.

Rellenar faltantes

Use la transformación Rellenar faltantes para reemplazar los valores faltantes por un valor de relleno
que usted defina.

Imputar faltantes

Utilice la transformación Imputar faltantes para crear una nueva columna que contenga valores 
imputados donde se encontraron valores faltantes en los datos numéricos y categóricos de entrada. 
La configuración depende del tipo de datos.

Para los datos numéricos, elija una estrategia de imputación: la estrategia utilizada para determinar 
el nuevo valor que se va a imputar. Puede optar por imputar la media o la mediana a los valores que 
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están presentes en su conjunto de datos. Data Wrangler usa el valor que calcula para imputar los 
valores faltantes.

Para los datos categóricos, Data Wrangler imputa los valores faltantes utilizando el valor más 
frecuente de la columna. Para imputar una cadena personalizada, use la transformación Rellenar 
faltantes.

Agregar indicador de faltante

Utilice la transformación Agregar indicador de faltante para crear una nueva columna indicadora 
que contenga un booleano "false" si una fila contiene un valor o un booleano "true" si una fila 
contiene un valor faltante.

Descartar faltantes

Utilice la opción Descartar faltantes para descartar las filas que contienen valores faltantes en la
columna de entrada.

Administrar columnas

Puede usar las siguientes transformaciones para actualizar y administrar rápidamente las columnas 
de su conjunto de datos:

Name Función

Descartar columnas Eliminar una columna.

Duplicar columna Duplicar una columna.

Cambiar el nombre de las columnas Cambiar el nombre de una columna.

Mover columna Mover la ubicación de una columna en el 
conjunto de datos. Elija mover la columna al 
principio o al final del conjunto de datos, antes 
o después de una columna de referencia, o a 
un índice específico.

Administrar filas

Utilice este grupo de transformación para realizar rápidamente operaciones de ordenación y mezcla 
de filas. Este grupo contiene lo siguiente:
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• Ordenar: ordena todo el marco de datos por una columna determinada. Seleccione la casilla de 
verificación situada junto a Orden ascendente para esta opción; de lo contrario, anule la selección 
de la casilla y se utilizará el orden descendente para ordenar.

• Mezclar: mezcla aleatoriamente todas las filas del conjunto de datos.

Administrar vectores

Utilice este grupo de transformación para combinar o aplanar columnas vectoriales. Este grupo de 
características contiene las siguientes transformaciones.

• Ensamblar: use esta transformación para combinar vectores de Spark y datos numéricos en una 
sola columna. Por ejemplo, puede combinar tres columnas: dos que contienen datos numéricos y 
una que contiene vectores. Agregue todas las columnas que desee combinar en las columnas de 
entrada y especifique un nombre de columna de salida para los datos combinados.

• Aplanar: utilice esta transformación para aplanar una sola columna que contenga datos vectoriales. 
La columna de entrada debe contener PySpark vectores u objetos tipo matriz. Puede controlar el 
número de columnas creadas especificando un método para detectar el número de salidas. Por 
ejemplo, si selecciona Longitud del primer vector, el número de elementos del primer vector o 
matriz válido que se encuentre en la columna determina el número de columnas de salida que se 
crean. Todos los demás vectores de entrada con demasiados elementos se truncan. Las entradas 
con muy pocos elementos se rellenan con. NaNs

También se especifica un prefijo de salida, que se utiliza como prefijo para cada columna de 
salida.

Procesar numéricos

Utilice el grupo de características Procesar numéricos para procesar datos numéricos. Cada valor 
escalar de este grupo se define mediante la biblioteca Spark. Se admiten los siguientes valores 
escalares:

• Escalador estándar: estandariza la columna de entrada restando la media de cada valor y 
escalando a la varianza unitaria. Para obtener más información, consulta la documentación de 
Spark para StandardScaler.

• Escalador robusto: escala la columna de entrada mediante estadísticas resistentes a los valores 
atípicos. Para obtener más información, consulta la documentación de Spark para RobustScaler.
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• Escalador mínimo y máximo: transforme la columna de entrada mediante el escalado de cada 
característica a un rango determinado. Para obtener más información, consulta la documentación 
de Spark para MinMaxScaler.

• Escalador absoluto máximo: escala la columna de entrada dividiendo cada valor entre el valor 
absoluto máximo. Para obtener más información, consulta la documentación de Spark para
MaxAbsScaler.

Muestreo

Después de importar los datos, puede usar el transformador de muestreo para tomar una o más 
muestras de los mismos. Cuando usa el transformador de muestreo, Data Wrangler toma muestras 
de su conjunto de datos original.

Puede usar uno de los métodos de muestreo siguientes.

• Límite: toma muestras del conjunto de datos desde la primera fila hasta el límite que especifique.

• Aleatorio: toma una muestra aleatoria del tamaño que especifique.

• Estratificado: toma una muestra aleatoria estratificada.

Puede estratificar una muestra aleatoria para asegurarse de que representa la distribución original 
del conjunto de datos.

Es posible que esté preparando datos para varios casos de uso. Para cada caso de uso, puede 
tomar una muestra diferente y aplicar un conjunto diferente de transformaciones.

El siguiente procedimiento describe el proceso de creación de una muestra aleatoria.

Para tomar una muestra aleatoria de los datos.

1. Seleccione +, a la derecha del conjunto de datos que ha importado. El nombre del conjunto de 
datos se encuentra debajo del signo +.

2. Seleccione Agregar transformación.

3. Seleccione Muestreo.

4. En Método de muestreo, elija el método de muestreo.

5. En Tamaño aproximado de la muestra, elija el número aproximado de observaciones que desee 
incluir en la muestra.
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6. (Opcional) Especifique un número entero para Inicio aleatorio a fin de crear una muestra 
reproducible.

El siguiente procedimiento describe el proceso de creación de una muestra estratificada.

Para tomar una muestra estratificada de sus datos.

1. Seleccione +, a la derecha del conjunto de datos que ha importado. El nombre del conjunto de 
datos se encuentra debajo del signo +.

2. Seleccione Agregar transformación.

3. Seleccione Muestreo.

4. En Método de muestreo, elija el método de muestreo.

5. En Tamaño aproximado de la muestra, elija el número aproximado de observaciones que desee 
incluir en la muestra.

6. En Estratificar columna, especifique el nombre de la columna en la que desea estratificar.

7. (Opcional) Especifique un número entero para Inicio aleatorio a fin de crear una muestra 
reproducible.

Buscar y editar

Utilice esta sección para buscar y editar patrones específicos dentro de las cadenas. Por ejemplo, 
puede buscar y actualizar cadenas dentro de oraciones o documentos, dividir cadenas por 
delimitadores y buscar las apariciones de cadenas específicas.

Las siguientes transformaciones se admiten en Buscar y editar. Todas las transformaciones 
devuelven copias de las cadenas de la columna de entrada y añaden el resultado a una nueva 
columna de salida.

Name Función

Buscar subcadena Devuelve el índice de la primera aparición de 
la subcadena que ha buscado. Puede iniciar 
y finalizar la búsqueda en Iniciar y Finalizar
 respectivamente.

Buscar subcadena (desde la derecha) Devuelve el índice de la última aparición de 
la subcadena que ha buscado. Puede iniciar 
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Name Función

y finalizar la búsqueda en Iniciar y Finalizar
 respectivamente.

Coincidencia con el prefijo Devuelve un valor booleano si la cadena 
contiene un patrón determinado. Un patrón 
puede ser una secuencia de caracteres o una 
expresión regular. Si lo desea, puede hacer 
que el patrón distinga entre mayúsculas y 
minúsculas.

Buscar todas las apariciones Devuelve una matriz con todas las aparicion 
es de un patrón dado. Un patrón puede ser 
una secuencia de caracteres o una expresión 
regular.

Extraer con expresión regular Devuelve una cadena que coincide con un 
patrón de expresiones regulares determinado.

Extraer entre delimitadores Devuelve una cadena con todos los caracteres 
encontrados entre el delimitador izquierdo y el
delimitador derecho.

Extraer de la posición Devuelve una cadena, empezando por la
posición inicial de la cadena de entrada, que 
contiene todos los caracteres hasta la posición 
inicial más la longitud.

Buscar y reemplazar la subcadena Devuelve una cadena con todas las coinciden 
cias de un patrón determinado (expresión 
regular) reemplazadas por una cadena de 
reemplazo.
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Name Función

Sustituir entre delimitadores Devuelve una cadena con la subcadena que 
se encuentra entre la primera aparición de un
delimitador izquierdo y la última aparición de un
delimitador derecho, sustituida por una cadena 
de reemplazo. Si no se encuentran coinciden 
cias, no se reemplaza nada.

Sustituir desde la posición Devuelve una cadena con la subcadena entre 
la posición inicial y la posición inicial más 
la longitud, reemplazada por la cadena de 
reemplazo. Si la posición inicial más la longitud
es mayor que la longitud de la cadena de 
reemplazo, la salida contiene ...

Convertir expresión regular a faltante Convierte una cadena en None si no es válida 
y devuelve el resultado. La validez se define 
con una expresión regular en Patrón.

Dividir cadena por el delimitador Devuelve una matriz de cadenas desde la 
cadena de entrada, dividida por un delimitad 
or, con hasta el número máximo de divisione 
s (opcional). El delimitador tiene como valor 
predeterminado un espacio en blanco.

Dividir datos

Use la transformación Dividir datos para dividir el conjunto de datos en dos o tres conjuntos de datos. 
Por ejemplo, puede dividir el conjunto de datos en un conjunto de datos que se utilice para entrenar 
el modelo y un conjunto de datos que se utilice para probarlo. Puede determinar la proporción del 
conjunto de datos que se incluye en cada división. Por ejemplo, si está dividiendo un conjunto de 
datos en dos conjuntos de datos, el conjunto de datos de entrenamiento puede contener el 80 % de 
los datos, mientras que el conjunto de datos de prueba tiene el 20 %.

Al dividir los datos en tres conjuntos de datos, podrá crear conjuntos de datos de entrenamiento, 
validación y prueba. Puede ver el rendimiento del modelo en el conjunto de datos de prueba si 
elimina la columna de destino.
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Su caso de uso determina qué parte del conjunto de datos original obtiene cada uno de sus 
conjuntos de datos y el método que utiliza para dividir los datos. Por ejemplo, es posible que desee 
usar una división estratificada para asegurarse de que la distribución de las observaciones en la 
columna de destino sea la misma en todos los conjuntos de datos. Puede usar una de las siguientes 
transformaciones.

• División aleatoria: cada división es una muestra aleatoria y no superpuesta del conjunto de datos 
original. Para conjuntos de datos más grandes, el uso de una división aleatoria puede resultar 
costoso desde el punto de vista computacional y llevar más tiempo que una división ordenada.

• División ordenada: divide el conjunto de datos en función del orden secuencial de las 
observaciones. Por ejemplo, en el caso de una división 80/20 entre entrenamiento y prueba, 
las primeras observaciones que constituyen el 80 % del conjunto de datos se destinan al 
entrenamiento. El último 20 % de las observaciones se destina al conjunto de datos de prueba. Las 
divisiones ordenadas son eficaces a la hora de mantener el orden existente de los datos entre las 
divisiones.

• División estratificada: divide el conjunto de datos para garantizar que el número de observaciones 
de la columna de entrada tenga una representación proporcional. En una columna de entrada con 
las observaciones 1, 1, 1, 1, 1, 1, 2, 2, 2, 2, 2, 2, 2, 2, 3, 3, 3, 3, 3, 3, 3, una división de 80/20 en 
la columna significaría que aproximadamente el 80 % de los 1, el 80 % de los 2 y el 80 % de los 
3 van al conjunto de entrenamiento. Aproximadamente el 20 % de cada tipo de observación se 
destina al conjunto de pruebas.

• Dividir por clave: evita que los datos con la misma clave aparezcan en más de una división. Por 
ejemplo, si tiene un conjunto de datos con la columna “customer_id” y lo utiliza como clave, no 
habrá ningún identificador de cliente en más de una división.

Después de dividir los datos, puede aplicar transformaciones adicionales a cada conjunto de datos. 
En la mayoría de los casos de uso, no son necesarios.

Data Wrangler calcula las proporciones de las divisiones para garantizar el rendimiento. Puede elegir 
un umbral de error para establecer la precisión de las divisiones. Los umbrales de error más bajos 
reflejan con mayor precisión las proporciones que se especifican para las divisiones. Si establece un 
umbral de error más alto, obtendrá un mejor rendimiento, pero una menor precisión.

Para dividir perfectamente los datos, establezca el umbral de error en 0. Puede especificar un umbral 
entre 0 y 1 para mejorar el rendimiento. Si especifica un valor mayor que 1, Data Wrangler interpreta 
ese valor como 1.
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Si tiene 10 000 filas en su conjunto de datos y especifica una división de 80/20 con un error de 0,001, 
obtendrá observaciones que se aproximan a uno de los siguientes resultados:

• 8010 observaciones en el conjunto de entrenamiento y 1990 en el conjunto de prueba.

• 7990 observaciones en el conjunto de entrenamiento y 2010 en el conjunto de prueba.

El número de observaciones del conjunto de pruebas del ejemplo anterior está en el intervalo entre 
8010 y 7990.

De forma predeterminada, Data Wrangler utiliza una semilla (o inicio) aleatoria para hacer que las 
divisiones sean reproducibles. Puede especificar un valor diferente para la semilla a fin de crear una 
división reproducible diferente.

Randomized split

Utilice el siguiente procedimiento para realizar una división aleatoria en el conjunto de datos.

Para dividir el conjunto de datos de forma aleatoria, haga lo siguiente

1. Elija el signo +, situado junto al nodo que contiene el conjunto de datos que va a dividir.

2. Seleccione Agregar transformación.

3. Elija Dividir datos.

4. (Opcional) En Divisiones, especifique los nombres y las proporciones de cada división. La 
suma de las proporciones debe ser 1.

5. (Opcional) Seleccione + para crear una división adicional.

• Especifique los nombres y las proporciones de todas las divisiones. La suma de las 
proporciones debe ser 1.

6. (Opcional) Especifique un valor para Umbral de error distinto del valor predeterminado.

7. (Opcional) Especifique un valor para la Semilla aleatoria.

8. Seleccione Preview (Versión preliminar).

9. Elija Añadir.

Ordered split

Utilice el siguiente procedimiento para realizar una división ordenada en el conjunto de datos.
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Para realizar una división ordenada en su conjunto de datos, haga lo siguiente.

1. Elija el signo +, situado junto al nodo que contiene el conjunto de datos que va a dividir.

2. Seleccione Agregar transformación.

3. En Transformar, seleccione División ordenada.

4. Elija Dividir datos.

5. (Opcional) En Divisiones, especifique los nombres y las proporciones de cada división. La 
suma de las proporciones debe ser 1.

6. (Opcional) Seleccione + para crear una división adicional.

• Especifique los nombres y las proporciones de todas las divisiones. La suma de las 
proporciones debe ser 1.

7. (Opcional) Especifique un valor para Umbral de error distinto del valor predeterminado.

8. (Opcional) En Columna de entrada, especifique una columna con valores numéricos. Utilice 
los valores de las columnas para deducir qué registros hay en cada división. Los valores más 
pequeños se encuentran en una división y los valores más grandes en las otras divisiones.

9. (Opcional) Seleccione Gestionar duplicados para añadir ruido a los valores duplicados y 
crear un conjunto de datos de valores totalmente únicos.

10. (Opcional) Especifique un valor para la Semilla aleatoria.

11. Seleccione Preview (Versión preliminar).

12. Elija Añadir.

Stratified split

Utilice el siguiente procedimiento para realizar una división estratificada en el conjunto de datos.

Para realizar una división estratificada en su conjunto de datos, haga lo siguiente.

1. Elija el signo +, situado junto al nodo que contiene el conjunto de datos que va a dividir.

2. Seleccione Agregar transformación.

3. Elija Dividir datos.

4. En Transformar, elija División estratificada.

5. (Opcional) En Divisiones, especifique los nombres y las proporciones de cada división. La 
suma de las proporciones debe ser 1.

6. (Opcional) Seleccione + para crear una división adicional.
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• Especifique los nombres y las proporciones de todas las divisiones. La suma de las 
proporciones debe ser 1.

7. En Columna de entrada, especifique una columna con hasta 100 valores únicos. Data 
Wrangler no puede estratificar una columna con más de 100 valores únicos.

8. (Opcional) Especifique un valor para Umbral de error distinto del valor predeterminado.

9. (Opcional) Especifique un valor en Semilla aleatoria para especificar una semilla diferente.

10. Seleccione Preview (Versión preliminar).

11. Elija Añadir.

Split by column keys

Utilice el siguiente procedimiento para dividir el conjunto de datos por las claves de las columnas.

Para dividir el conjunto de datos por las claves de columna, haga lo siguiente.

1. Elija el signo +, situado junto al nodo que contiene el conjunto de datos que va a dividir.

2. Seleccione Agregar transformación.

3. Elija Dividir datos.

4. En Transformar, selecciona Dividir por clave.

5. (Opcional) En Divisiones, especifique los nombres y las proporciones de cada división. La 
suma de las proporciones debe ser 1.

6. (Opcional) Seleccione + para crear una división adicional.

• Especifique los nombres y las proporciones de todas las divisiones. La suma de las 
proporciones debe ser 1.

7. En el caso de las columnas clave, especifique las columnas con valores que no desee que 
aparezcan en ambos conjuntos de datos.

8. (Opcional) Especifique un valor para Umbral de error distinto del valor predeterminado.

9. Seleccione Preview (Versión preliminar).

10. Elija Añadir.
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Analizar valor como tipo

Use esta transformación para convertir una columna en un nuevo tipo. Los tipos de datos de Data 
Wrangler compatibles son los siguientes:

• Largo

• Flotante

• Booleano

• Fecha, en el formato dd-MM-aaaa (día, mes y año, respectivamente).

• Cadena

Validar cadena

Utilice las transformaciones Validar cadena para crear una nueva columna que indique que una fila 
de datos de texto cumple una condición específica. Por ejemplo, puede usar una transformación
Validar cadena para comprobar que una cadena solo contiene caracteres en minúscula. Validar 
cadena admite las siguientes transformaciones.

Las siguientes transformaciones se incluyen en este grupo de transformaciones. Si una 
transformación genera un valor booleano, True se representa con un 1 y False se representa con 
un 0.

Name Función

Longitud de cadena Devuelve True si la longitud de una cadena es 
igual a la longitud especificada. De lo contrario, 
devuelve False.

Empieza por Devuelve True si una cadena comienza con un 
prefijo especificado. De lo contrario, devuelve
False.

Acaba con Devuelve True si la longitud de una cadena es 
igual a la longitud especificada. De lo contrario, 
devuelve False.
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Name Función

Es alfanumérico Devuelve True si una cadena solo contiene 
números y letras. De lo contrario, devuelve
False.

Es alfa (letras) Devuelve True si una cadena solo contiene 
letras. De lo contrario, devuelve False.

Es dígito Devuelve True si una cadena solo contiene 
dígitos. De lo contrario, devuelve False.

Es espacio Devuelve True si una cadena solo contiene 
números y letras. De lo contrario, devuelve
False.

Es un título Devuelve True si una cadena contiene algún 
espacio en blanco. De lo contrario, devuelve
False.

Está en minúsculas Devuelve True si una cadena solo contiene 
letras en minúscula. De lo contrario, devuelve
False.

Está en mayúscula Devuelve True si una cadena solo contiene 
letras en mayúscula. De lo contrario, devuelve
False.

Es numérico Devuelve True si una cadena solo contiene 
números. De lo contrario, devuelve False.

Es decimal Devuelve True si una cadena solo contiene 
números decimales. De lo contrario, devuelve
False.
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Datos JSON de Unnest

Si tiene un archivo .csv, es posible que tengas valores en su conjunto de datos que sean cadenas 
JSON. Del mismo modo, es posible que tenga datos anidados en columnas de un archivo Parquet o 
de un documento JSON.

Utilice el operador Flatten structured para separar las claves del primer nivel en columnas 
independientes. Una clave de primer nivel es una clave que no está anidada dentro de un valor.

Por ejemplo, puede tener un conjunto de datos que tenga una columna persona, con información 
demográfica sobre cada persona almacenada como cadenas JSON. La estructura JSON podría 
tener el siguiente aspecto.

 "{"seq": 1,"name": {"first": "Nathaniel","last": "Ferguson"},"age": 59,"city": 
 "Posbotno","state": "WV"}" 
             

El operador Flatten structured convierte las siguientes claves de primer nivel en columnas 
adicionales del conjunto de datos:

• seq

• name

• edad

• ciudad

• estado

Data Wrangler coloca los valores de las claves como valores debajo de las columnas. A continuación 
se muestran los nombres y valores de las columnas del JSON.

seq, name,                                    age, city, state
1, {"first": "Nathaniel","last": "Ferguson"}, 59, Posbotno, WV 
             

Para cada valor del conjunto de datos que contenga JSON, el operador Flatten structured crea 
columnas para las claves de primer nivel. Para crear columnas para claves anidadas, vuelve a llamar 
al operador. En el ejemplo anterior, la llamada al operador crea las siguientes columnas:
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• name_first

• name_last

En el siguiente ejemplo, se muestra el conjunto de datos que resulta de volver a llamar a la 
operación.

seq, name,                                    age, city, state, name_first, name_last
1, {"first": "Nathaniel","last": "Ferguson"}, 59, Posbotno, WV, Nathaniel, Ferguson 
             

Elija Claves en las que aplanar para especificar las claves de primer nivel que desee extraer como 
columnas independientes. Si no especifica ninguna clave, Data Wrangler extrae todas las claves por 
defecto.

Desglosar matriz

Utilice Desglosar matriz para expandir los valores de la matriz en filas de salida independientes. Por 
ejemplo, la operación puede tomar todos los valores de la matriz [[1, 2, 3], [4, 5, 6], [7, 8, 9]] y crear 
una nueva columna con las siguientes filas:

                [1, 2, 3] 
                [4, 5, 6] 
                [7, 8, 9] 
             

Data Wrangler le pone a la nueva columna el nombre input_column_name_flatten.

Puede llamar a la operación Desglosar matriz varias veces para obtener los valores anidados de la 
matriz en columnas de salida separadas. El siguiente ejemplo muestra el resultado de llamar a la 
operación varias veces en un conjunto de datos con una matriz anidada.

Colocar los valores de una matriz anidada en columnas separadas

id matriz id array_items id array_ite 
ms_items

1 [ [cat, dog], 
[bat, frog] ]

1 [cat, dog] 1 cat
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id matriz id array_items id array_ite 
ms_items

2 [[rose, 
petunia], [lily, 
daisy]]

1 [bat, frog] 1 dog

    2 [rose, 
petunia]

1 bat

    2 [lily, daisy] 1 frog

      2 2. rose

      2 2. petunia

      2 2. lily

      2 2. daisy

Transformar datos de imagen

Use Data Wrangler para importar y transformar las imágenes que utiliza en sus canalizaciones de 
machine learning (ML). Cuando haya preparado los datos de imagen, puede exportarlos desde su 
flujo de Data Wrangler a su canalización de ML.

Puede utilizar la información proporcionada aquí para familiarizarse con la importación y la 
transformación de datos de imagen en Data Wrangler. Data Wrangler usa OpenCV para importar 
imágenes. Para obtener más información sobre los formatos de imagen compatibles, consulte Image 
file reading and writing.

Una vez que se haya familiarizado con los conceptos de la transformación de los datos de imagen, 
siga el siguiente tutorial, Prepare los datos de imagen con Amazon SageMaker Data Wrangler.

Los siguientes sectores y casos de uso son ejemplos en los que puede resultar útil aplicar machine 
learning a los datos de imágenes transformados.

• Fabricación: identificación de defectos en los artículos de la línea de ensamblaje.

• Alimentación: identificación de alimentos en mal estado o podridos.
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• Medicina: identificación de lesiones en los tejidos.

Cuando se trabaja con datos de imágenes en Data Wrangler, se sigue el siguiente proceso.

1. Importación: seleccione las imágenes eligiendo el directorio que las contiene en el bucket de 
Amazon S3.

2. Transformación: utilice las transformaciones integradas a fin de preparar las imágenes para la 
canalización de machine learning.

3. Exportación: exporte las imágenes que ha transformado a una ubicación a la que pueda acceder 
desde la canalización.

Utilice el siguiente procedimiento para importar los datos de imágenes.

Para importar los datos de imágenes

1. Vaya a la página Crear conexión.

2. Seleccione Amazon S3.

3. Especifique la ruta del archivo de Amazon S3 que contiene los datos de imagen.

4. En Tipo de archivo, elija Imagen.

5. (Opcional) Seleccione Importar directorios anidados para importar imágenes desde varias rutas 
de Amazon S3.

6. Seleccione Importar.

Data Wrangler utiliza la biblioteca imgaug de código abierto para sus transformaciones de imágenes 
integradas. Puede utilizar las siguientes transformaciones integradas:

• ResizeImage

• EnhanceImage

• CorruptImage

• SplitImage

• DropCorruptedImages

• DropImageDuplicates

• Brightness (Brillo)
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• ColorChannels

• Grayscale

• Rotación

Utilice el siguiente procedimiento para transformar sus imágenes sin escribir código.

Para transformar los datos de imágenes sin escribir código

1. En el flujo de Data Wrangler, seleccione +, junto al nodo que representa las imágenes que ha 
importado.

2. Seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Elija la transformación y configúrela.

5. Seleccione Preview (Versión preliminar).

6. Elija Añadir.

Además de utilizar las transformaciones que proporciona Data Wrangler, también puede utilizar sus 
propios fragmentos de código personalizados. Para obtener más información acerca del uso de 
fragmentos de código personalizados, consulte Transformaciones personalizadas. Puede importar 
las bibliotecas OpenCV e imgaug dentro de sus fragmentos de código y utilizar las transformaciones 
asociadas a ellas. Lo que sigue es un ejemplo de fragmento de código que detecta bordes dentro de 
las imágenes.

# A table with your image data is stored in the `df` variable
import cv2
import numpy as np
from pyspark.sql.functions import column

from sagemaker_dataprep.compute.operators.transforms.image.constants import 
 DEFAULT_IMAGE_COLUMN, IMAGE_COLUMN_TYPE
from sagemaker_dataprep.compute.operators.transforms.image.decorators import 
 BasicImageOperationDecorator, PandasUDFOperationDecorator

@BasicImageOperationDecorator
def my_transform(image: np.ndarray) -> np.ndarray: 
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  # To use the code snippet on your image data, modify the following lines within the 
 function 
    HYST_THRLD_1, HYST_THRLD_2 = 100, 200 
    edges = cv2.Canny(image,HYST_THRLD_1,HYST_THRLD_2) 
    return edges 
     

@PandasUDFOperationDecorator(IMAGE_COLUMN_TYPE)
def custom_image_udf(image_row): 
    return my_transform(image_row) 
     

df = df.withColumn(DEFAULT_IMAGE_COLUMN, 
 custom_image_udf(column(DEFAULT_IMAGE_COLUMN))) 
         

Al aplicar transformaciones en su flujo de Data Wrangler, Data Wrangler solo las aplica a una 
muestra de las imágenes de su conjunto de datos. Para optimizar su experiencia con la aplicación, 
Data Wrangler no aplica las transformaciones a todas sus imágenes.

Filtrar datos

Use Data Wrangler para filtrar los datos de sus columnas. Cuando filtra los datos de una columna, 
debe especificar los siguientes campos.

• Nombre de la columna: el nombre de la columna que está utilizando para filtrar los datos.

• Condición: el tipo de filtro que se aplica a los valores de la columna.

• Valor: el valor o la categoría de la columna a la que se aplica el filtro.

Puede añadir filtros de acuerdo con las siguientes condiciones.

• =: devuelve valores que coinciden con el valor o la categoría que especifica.

• !=: devuelve valores que no coinciden con el valor o la categoría que especifica.

• >=: en el caso de datos largos o flotantes, filtra los valores superiores o iguales al valor que 
especifica.

• <=: en el caso de datos largos o flotantes, filtra los valores que son inferiores o iguales al valor que 
especifica.

• >: en el caso de datos largos o flotantes, filtra los valores superiores al valor que especifica.

• <: en el caso de datos largos o flotantes, filtra los valores que son inferiores al valor que especifica.
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En una columna que contiene las categorías male y female, puede filtrar todos los valores male. 
También puede filtrar todos los valores female. Como solo hay valores male y female en la 
columna, el filtro devuelve una columna que solo tiene valores female.

También puede agregar varios filtros. Los filtros se pueden aplicar en varias columnas o en la 
misma columna. Por ejemplo, si va a crear una columna que solo tiene valores dentro de un rango 
determinado, agregará dos filtros diferentes. Un filtro especifica que la columna debe tener valores 
superiores al valor que usted proporciona. El otro filtro especifica que la columna debe tener valores 
inferiores al valor que usted proporciona.

Utilice el siguiente procedimiento para agregar la transformación del filtro a los datos.

Para filtrar los datos

1. En el flujo de Data Wrangler, seleccione +, situado junto al nodo con los datos que está filtrando.

2. Seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione Filtrar datos.

5. Especifique los siguientes campos.

• Nombre de la columna: la columna que está filtrando.

• Condición: estado del filtro.

• Valor: el valor o la categoría de la columna a la que se aplica el filtro.

6. (Opcional) Seleccione + tras el filtro que ha creado.

7. Configure el filtro.

8. Seleccione Preview (Versión preliminar).

9. Elija Añadir.

Chatea para preparar los datos

Important

Para administradores:

• El chat para la preparación de datos requiere
AmazonSageMakerCanvasAIServicesAccess esta política. Para obtener más 
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información, consulte AWSpolítica gestionada: IA AmazonSageMakerCanvas 
ServicesAccess

• El chat para la preparación de datos requiere acceso a Amazon Bedrock y al modelo
Anthropic Claude que contiene. Para obtener más información, consulte Añadir acceso al 
modelo.

• Debe ejecutar la preparación de datos de SageMaker Canvas en la Región de AWS 
misma región en la que está ejecutando su modelo. El chat para la preparación de datos 
está disponible en EE. UU. Este (Virginia del Norte), EE. UU. Oeste (Oregón) y Europa 
(Fráncfort)Regiones de AWS.

Además de utilizar las transformaciones y los análisis integrados, puede utilizar el lenguaje natural 
para explorar, visualizar y transformar los datos en una interfaz conversacional. Dentro de la interfaz 
conversacional, puede utilizar consultas en lenguaje natural para comprender y preparar los datos 
para crear modelos de aprendizaje automático.

Los siguientes son ejemplos de algunas indicaciones que puede utilizar:

• Resume mis datos

• Eliminar columna example-column-name

• Sustituya los valores faltantes por la mediana

• Trace un histograma de precios

• ¿Cuál es el artículo más caro vendido?

• ¿Cuántos artículos distintos se vendieron?

• Ordena los datos por región

Al transformar los datos siguiendo las indicaciones, puede ver una vista previa que muestra cómo se 
están transformando los datos. Puedes elegir añadirlo como un paso en tu flujo de Data Wrangler en 
función de lo que veas en la vista previa.

Las respuestas a tus solicitudes generan código para tus transformaciones y análisis. Puede 
modificar el código para actualizar el resultado de la solicitud. Por ejemplo, puede modificar el código 
de un análisis para cambiar los valores de los ejes de un gráfico.

Utilice el siguiente procedimiento para empezar a chatear con sus datos:
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Para chatear con tus datos

1. Abra el flujo de datos de SageMaker Canvas.

2. Elija la burbuja de diálogo.

3. Especifica un mensaje.

4. (Opcional) Si la consulta ha generado un análisis, seleccione Añadir a los análisis para 
consultarlo más adelante.
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5. (Opcional) Si has transformado los datos mediante un mensaje, haz lo siguiente.

a. Selecciona Vista previa para ver los resultados.

b. (Opcional) Modifique el código de la transformación y elija Actualizar.

c. (Opcional) Si estás satisfecho con los resultados de la transformación, selecciona Añadir a 
los pasos para añadirla al panel de pasos de la barra de navegación de la derecha.

Una vez que haya preparado los datos en lenguaje natural, puede crear un modelo con los datos 
transformados. Para obtener más información acerca de la creación de un modelo, consulte Creación 
de un modelo personalizado.

Procesamiento de datos

Puede procesar o exportar los datos a una ubicación adecuada para sus flujos de trabajo de 
aprendizaje automático. Por ejemplo, puede exportar los datos transformados como un conjunto de 
datos de SageMaker Canvas y crear un modelo de aprendizaje automático a partir de ellos.
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Después de exportar los datos, puede elegir Crear modelo para crear un modelo de aprendizaje 
automático a partir de sus datos. Para obtener más información acerca de la creación de un modelo, 
consulte Creación de un modelo personalizado.

Important

Tenga en cuenta que los conjuntos de datos de SageMaker Canvas tienen un límite de 5 
GB. Si está procesando más de 5 GB de datos, puede usar una transformación de muestreo 
para reducir el tamaño del conjunto de datos antes de exportarlo. Como alternativa, puede 
exportar los datos a Amazon S3. Para obtener más información sobre la importación de 
conjuntos de datos, consulteCreación de un conjunto de datos.

Dentro del flujo de Data Wrangler (flujo de datos), en SageMaker Canvas solo aplica las 
transformaciones al conjunto de datos de Canvas. SageMaker Para procesar todos los datos que ha 
importado, consulte Exporte datos mediante un trabajo de procesamiento Puede usar cualquiera de 
los siguientes métodos para procesar sus datos:

• Exportación de datos: exporta el conjunto de datos con las transformaciones que ha realizado.

• Exportación del flujo de datos: exporta el flujo de datos con una libreta de Jupyter. Puede modificar 
el código y usarlo en sus flujos de trabajo de aprendizaje automático.

• Ejecutar un trabajo de procesamiento a partir de su flujo de datos: exporta el conjunto de datos con 
las transformaciones que ha realizado con un alto rendimiento. Recomendamos ejecutar un trabajo 
de procesamiento en conjuntos de datos de más de 5 GB.

Exportar datos

Exporte sus datos para crear un conjunto de datos al que se le apliquen las transformaciones de su 
flujo. Puede exportar cualquier nodo de su flujo de datos a las siguientes ubicaciones:

• SageMaker Conjunto de datos Canvas

• Amazon S3

Para Amazon S3, puede exportar sus datos como uno de los siguientes tipos de archivos:

• CSV

• Parquet
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Puede exportar su conjunto de datos como un conjunto de datos de SageMaker Canvas para crear 
un modelo con los datos transformados. Utilice el siguiente procedimiento para exportar un conjunto 
de datos de SageMaker Canvas desde un nodo de su flujo de datos.

Para exportar un nodo de su flujo como un conjunto de datos de SageMaker Canvas

1. Navegue hasta su flujo de datos.

2. Selecciona el signo + situado junto al nodo que vas a exportar.

3. Selecciona Exportar datos.

4. Seleccione el conjunto de datos de Canvas.

5. Seleccione Exportar.

Exporte su conjunto de datos a Amazon S3 para usar los datos transformados en flujos de trabajo de 
aprendizaje automático externos a SageMaker Canvas.

Para exportar un conjunto de datos de SageMaker Canvas a Amazon S3

1. Navegue hasta su flujo de datos.

2. Selecciona el signo + situado junto al nodo que vas a exportar.

3. Selecciona Exportar datos.

4. Seleccione Amazon S3.

5. Especifique los valores en los siguientes campos:

• Ubicación de Amazon S3: la ubicación de S3 a la que va a exportar el archivo.

• Tipo de archivo: el formato del archivo que va a exportar.

• Delimitador: el valor que se utiliza para separar los valores del archivo.

• Compresión (opcional): método de compresión utilizado para reducir el tamaño del archivo. 
Puede usar los siguientes métodos de compresión:

• Ninguna

• bzip2

• deflate

• gzip

• ID de clave o ARN de KMS (opcional): un ARN o ID de una clave. AWS KMS Una clave de 
KMS es una clave criptográfica. Puede usar la clave para cifrar los datos de salida del trabajo. 

Preparación de los datos 928



Amazon SageMaker Guía para desarrolladores

Para obtener más información acerca de las claves KMS, consulte AWS Key Management 
Service.

6. Seleccione Exportar.

Exporte datos mediante un trabajo de procesamiento

Un conjunto de datos de SageMaker Canvas es una muestra de sus datos. Utilice un trabajo 
SageMaker de procesamiento de Amazon para aplicar transformaciones en su flujo de datos a todos 
sus datos.

Para crear un trabajo SageMaker de procesamiento, haga lo siguiente:

1. Cree un nodo de destino

2. Creación de un trabajo

Un nodo de destino le indica a SageMaker Canvas dónde almacenar los datos que procesó. 
Usted crea un trabajo de procesamiento para enviar los datos transformados a la ubicación 
especificada por el nodo de destino. Al crear un trabajo de procesamiento, se ejecutan los recursos 
computacionales necesarios para enviar los datos transformados a Amazon S3.

Puede utilizar un nodo de destino para exportar algunas de las transformaciones o todas las 
transformaciones que haya realizado en su flujo de Data Wrangler.

Puede utilizar varios nodos de destino para exportar diferentes transformaciones o conjuntos de 
transformaciones. El siguiente ejemplo muestra dos nodos de destino en un único flujo de Data 
Wrangler.

Utilice el siguiente procedimiento para crear un nodo de destino.

Para crear nodos de destino

1. Seleccione el signo + situado junto a los nodos que representan las transformaciones que desee 
exportar.

2. Elija Add destination.

3. Seleccione Amazon S3.

4. Especifique los siguientes campos.
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• Nombre del conjunto de datos: el nombre que especifique para el conjunto de datos que va a 
exportar.

• Tipo de archivo: el formato del archivo que va a exportar.

• Delimitador: el valor que se utiliza para separar otros valores.

• Compresión (solo archivos CSV y Parquet): método de compresión utilizado para reducir el 
tamaño del archivo. Puede usar los siguientes métodos de compresión:

• bzip2

• deflate

• gzip

• Ubicación de Amazon S3: la ubicación de S3 que está utilizando para generar los archivos.

• (Opcional) Número de particiones: el número de conjuntos de datos que escribe como salida 
del trabajo de procesamiento.

• (Opcional) Partición por columna: escribe todos los datos de la columna con el mismo valor 
único.

5. Elija Add destination.

Puede crear varios nodos de destino dentro del mismo flujo de datos. Al crear un trabajo de 
procesamiento, este puede realizar simultáneamente diferentes conjuntos de transformaciones en 
sus datos y guardarlos en diferentes ubicaciones de Amazon S3.

Exporte el flujo de datos

La exportación del flujo de datos traduce las operaciones que ha realizado en Data Wrangler y las 
exporta a un bloc de notas de Jupyter para que pueda modificarlas y ejecutarlas.

Un flujo de datos es la serie de pasos de preparación de datos que has realizado con tus datos. 
En la preparación de los datos, se llevan a cabo una o más transformaciones en los datos. Cada 
transformación se realiza mediante un paso de transformación. El flujo tiene una serie de nodos 
que representan la importación de los datos y las transformaciones que se han hecho. Para ver un 
ejemplo de nodos, consulte la siguiente imagen.

Como alternativa al uso de un nodo de destino, puede utilizar la opción Exportar flujo de datos para 
exportar el flujo de Data Wrangler a Amazon S3 mediante un cuaderno Jupyter. Puede integrar el 
código de salida en sus procesos de aprendizaje automático. Puede elegir cualquier nodo de datos 
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de su flujo de datos y exportarlo. Al exportar el nodo de datos, se exporta la transformación que 
representa el nodo y las transformaciones que la preceden.

Utilice el siguiente procedimiento para generar un cuaderno Jupyter y ejecútelo para exportar el flujo 
de datos a Amazon S3.

1. Elija el signo + junto al nodo que desea exportar.

2. Seleccione Exportar flujo de datos.

3. Seleccione una de las siguientes opciones:

• Guarde en Amazon S3 (mediante el bloc de notas Jupyter).

• Amazon Personalize.

4. Seleccione una de estas opciones:

• Descarga una copia local

• Exportar a una ubicación S3

5. Si va a exportar a Amazon S3, especifique la ubicación de S3 a la que va a exportar el bloc de 
notas.

6. Seleccione Exportar.

Cree un cronograma para procesar automáticamente los nuevos datos

Si procesa datos periódicamente, puede crear una programación para ejecutar el trabajo de 
procesamiento de forma automática. Por ejemplo, puede crear una programación que ejecute 
un trabajo de procesamiento automáticamente cuando obtenga datos nuevos. Para obtener más 
información sobre los trabajos de procesamiento, consulteExporte datos mediante un trabajo de 
procesamiento.

Al crear un trabajo, debe especificar un rol de IAM que tenga permisos para crear el trabajo. Puede 
utilizar la política de AmazonSageMakerCanvasDataPrepFullacceso para añadir permisos.

Agregue la siguiente política de confianza al rol EventBridge para poder asumirlo.

{ 
    "Effect": "Allow", 
    "Principal": { 
        "Service": "events.amazonaws.com" 
    }, 
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    "Action": "sts:AssumeRole"
} 
                 

Important

Al crear una programación, Data Wrangler crea una eventRule entrada. EventBridge Se 
le cobrará tanto por las reglas de eventos que cree como por las instancias que utilice para 
ejecutar el trabajo de procesamiento.
Para obtener información sobre EventBridge los precios, consulta los  EventBridge precios de 
Amazon. Para obtener información sobre cómo procesar los precios de los trabajos, consulta
Amazon SageMaker Pricing.

Utilice uno de los métodos siguientes para definir una programación:

• Expresiones CRON

Note

Data Wrangler no admite las siguientes expresiones:

• LW#

• Abreviaturas para días

• Abreviaturas para días

• Expresiones de frecuencia

• Recurrente: establece un intervalo de una hora o un día para ejecutar el trabajo.

• Hora específica: establece días y horas concretos para ejecutar el trabajo.

En las siguientes secciones se presentan procedimientos para crear trabajos.

CRON

Utilice el siguiente procedimiento para crear una programación con una expresión CRON.

Para especificar una programación con una expresión CRON, haga lo siguiente.

1. Abra el flujo de Data Wrangler.
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2. Seleccione Crear trabajo.

3. De forma opcional, en Clave de KMS de salida, especifique una clave de AWS KMS para 
configurar la salida del trabajo.

4. Elija Siguiente.

5. Seleccione Horarios de los asociados.

6. Elija Crear una nueva programación.

7. En Nombre de la programación, especifique el nombre de la programación.

8. En Frecuencia de ejecución, elija CRON.

9. Especifique una expresión CRON válida.

10. Seleccione Crear.

11. De forma opcional, elija Agregar otra programación para ejecutar el trabajo según una 
programación adicional.

Note

Puede asociar un máximo de dos programaciones. Las programaciones son 
independientes y no se afectan entre sí a menos que los horarios se superpongan.

12. Seleccione una de las siguientes opciones:

• Programar y ejecutar ahora: el trabajo se ejecuta inmediatamente en Data Wrangler y, 
posteriormente, se ejecuta según las programaciones.

• Solo programar: el trabajo de Data Wrangler solo se ejecuta en los horarios que usted 
especifique.

13. Elija Ejecutar.

RATE

Utilice el siguiente procedimiento para crear una programación con una expresión de frecuencia.

Para especificar una programación con una expresión de frecuencia, haga lo siguiente.

1. Abra el flujo de Data Wrangler.

2. Seleccione Crear trabajo.
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3. De forma opcional, en Clave de KMS de salida, especifique una clave de AWS KMS para 
configurar la salida del trabajo.

4. Elija Siguiente, 2. Configurar el trabajo.

5. Seleccione Horarios de los asociados.

6. Elija Crear una nueva programación.

7. En Nombre de la programación, especifique el nombre de la programación.

8. En Frecuencia de ejecución, elija Velocidad.

9. En Valor, especifique un valor entero.

10. En Unidad, seleccione una de las opciones siguientes:

• Minutos

• Horas

• Días

11. Seleccione Crear.

12. De forma opcional, elija Agregar otra programación para ejecutar el trabajo según una 
programación adicional.

Note

Puede asociar un máximo de dos programaciones. Las programaciones son 
independientes y no se afectan entre sí a menos que los horarios se superpongan.

13. Seleccione una de las siguientes opciones:

• Programar y ejecutar ahora: el trabajo se ejecuta inmediatamente en Data Wrangler y, 
posteriormente, se ejecuta según las programaciones.

• Solo programar: el trabajo de Data Wrangler solo se ejecuta en los horarios que usted 
especifique.

14. Elija Ejecutar.

Recurring

Utilice el siguiente procedimiento para crear un programa que ejecute un trabajo de forma 
recurrente.
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Para especificar una programación con una expresión CRON, haga lo siguiente.

1. Abra el flujo de Data Wrangler.

2. Seleccione Crear trabajo.

3. De forma opcional, en Clave de KMS de salida, especifique una clave de AWS KMS para 
configurar la salida del trabajo.

4. Elija Siguiente, 2. Configurar el trabajo.

5. Seleccione Horarios de los asociados.

6. Elija Crear una nueva programación.

7. En Nombre de la programación, especifique el nombre de la programación.

8. En Frecuencia de ejecución, asegúrese de que esté seleccionada la opción Recurrente de 
forma predeterminada.

9. En Cada x horas, especifique la frecuencia horaria con la que se ejecuta el trabajo durante el 
día. Los valores válidos son enteros en el rango inclusivo de 1 a23.

10. Para En días, seleccione una de las siguientes opciones:

• Todos los días

• Fines de semana

• Días laborales

• Seleccionar días

• De forma opcional, si eligió Seleccionar días, elija los días de la semana en los que se 
ejecutará el trabajo.

Note

El horario se restablece cada día. Si programa un trabajo para que se ejecute cada 
cinco horas, se ejecutará en los siguientes momentos del día:

• 00:00

• 05:00

• 10:00

• 15:00
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• 20:00

11. Seleccione Crear.

12. De forma opcional, elija Agregar otra programación para ejecutar el trabajo según una 
programación adicional.

Note

Puede asociar un máximo de dos programaciones. Las programaciones son 
independientes y no se afectan entre sí a menos que los horarios se superpongan.

13. Seleccione una de las siguientes opciones:

• Programar y ejecutar ahora: el trabajo se ejecuta inmediatamente en Data Wrangler y, 
posteriormente, se ejecuta según las programaciones.

• Solo programar: el trabajo de Data Wrangler solo se ejecuta en los horarios que usted 
especifique.

14. Elija Ejecutar.

Specific time

Utilice el siguiente procedimiento para crear una programación que ejecute un trabajo en 
momentos concretos.

Para especificar una programación con una expresión CRON, haga lo siguiente.

1. Abra el flujo de Data Wrangler.

2. Seleccione Crear trabajo.

3. De forma opcional, en Clave de KMS de salida, especifique una clave de AWS KMS para 
configurar la salida del trabajo.

4. Elija Siguiente, 2. Configurar el trabajo.

5. Seleccione Horarios de los asociados.

6. Elija Crear una nueva programación.

7. En Nombre de la programación, especifique el nombre de la programación.

8. Seleccione Crear.
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9. De forma opcional, elija Agregar otra programación para ejecutar el trabajo según una 
programación adicional.

Note

Puede asociar un máximo de dos programaciones. Las programaciones son 
independientes y no se afectan entre sí a menos que los horarios se superpongan.

10. Seleccione una de las siguientes opciones:

• Programar y ejecutar ahora: el trabajo se ejecuta inmediatamente en Data Wrangler y, 
posteriormente, se ejecuta según las programaciones.

• Solo programar: el trabajo de Data Wrangler solo se ejecuta en los horarios que usted 
especifique.

11. Elija Ejecutar.

Puede utilizar el SageMaker AWS Management Console para ver los trabajos que están 
programados para ejecutarse. Sus trabajos de procesamiento se ejecutan dentro de SageMaker 
Pipelines. Cada trabajo de procesamiento tiene su propia canalización. Se ejecuta como un paso de 
procesamiento dentro de la canalización. Puede ver las programaciones que ha creado dentro de 
una canalización. Para obtener información acerca de cómo visualizar una canalización, consulte Ver 
una canalización.

Utilice el siguiente procedimiento para ver los trabajos que ha programado.

Para ver los trabajos que ha programado, haga lo siguiente.

1. Abre Amazon SageMaker Studio Classic.

2. Abra SageMaker Pipelines

3. Vea las canalizaciones de los trabajos que ha creado.

La canalización que ejecuta el trabajo usa el nombre del trabajo como prefijo. Por ejemplo, si 
ha creado un trabajo denominado housing-data-feature-enginnering, el nombre de la 
canalización es canvas-data-prep-housing-data-feature-engineering.

4. Elija la canalización que contiene su trabajo.

5. Vea el estado de las canalizaciones. Las canalizaciones con un Estado Correcto han ejecutado 
el trabajo de procesamiento correctamente.
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Para detener la ejecución del trabajo de procesamiento, haga lo siguiente:

Para detener la ejecución de un trabajo de procesamiento, elimine la regla de eventos que especifica 
la programación. Al eliminar una regla de eventos, se detiene la ejecución de todos los trabajos 
asociados a la programación. Para obtener información sobre cómo eliminar una regla, consulta 
Cómo deshabilitar o eliminar una EventBridge regla de Amazon.

También puede detener y eliminar las canalizaciones asociadas a las programaciones. Para obtener 
información sobre cómo detener una canalización, consulta StopPipelineExecution. Para obtener 
información sobre la eliminación de una canalización, consulte DeletePipeline.

Refit las transformaciones a todo el conjunto de datos y las exporta

Al importar datos, Data Wrangler utiliza una muestra de los datos para aplicar las codificaciones. 
Data Wrangler utiliza las primeras 20 000 filas como muestra.

Las siguientes transformaciones pueden usar sus datos para crear una columna en el conjunto de 
datos:

• Codificar categóricos

• Caracterización del texto

• Gestionar valores atípicos

• Gestión de valores que faltan

Si empleó el muestreo para importar los datos, las transformaciones anteriores solo usan los datos 
de la muestra para crear la columna. Es posible que la transformación no haya utilizado todos los 
datos pertinentes. Por ejemplo, si usa la transformación Codificación categórica, podría haber una 
categoría en todo el conjunto de datos que no esté presente en la muestra.

Puede usar un nodo de destino o un cuaderno de Jupyter para reajustar las transformaciones a todo 
el conjunto de datos. Cuando Data Wrangler exporta las transformaciones del flujo, crea un trabajo 
de SageMaker procesamiento. Cuando finaliza el trabajo de procesamiento, Data Wrangler guarda 
los siguientes archivos en la ubicación predeterminada de Amazon S3 o en una ubicación S3 que 
usted especifique:

• El archivo de flujo de Data Wrangler que especifica las transformaciones que se reajustan al 
conjunto de datos

• El conjunto de datos al que se le han aplicado las transformaciones de reajuste
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Puede abrir un archivo de flujo de Data Wrangler en SageMaker Canvas y aplicar las 
transformaciones a un conjunto de datos diferente. Por ejemplo, si ha aplicado las transformaciones 
a un conjunto de datos de entrenamiento, puede abrir y usar el archivo de flujo de Data Wrangler 
para aplicar las transformaciones a un conjunto de datos utilizado para la inferencia.

Utilice el siguiente procedimiento para ejecutar un cuaderno de Jupyter para reajustar las 
transformaciones y exportar los datos.

Para ejecutar un cuaderno de Jupyter, reajustar las transformaciones y exportar el flujo de Data 
Wrangler, haga lo siguiente.

1. Elija el signo + junto al nodo que desea exportar.

2. Elija Exportar a.

3. Elija la ubicación a la que va a exportar los datos.

4. En el objeto refit_trained_params, establezca refit en True.

5. Para el campo output_flow, especifique el nombre del archivo de flujo de salida con las 
transformaciones de reajuste.

6. Ejecute el cuaderno de Jupyter.

Automatice la preparación de datos en Canvas SageMaker

Después de transformar los datos en un flujo de datos, puede exportar las transformaciones a sus 
flujos de trabajo de aprendizaje automático. Al exportar las transformaciones, SageMaker Canvas 
crea un cuaderno de Jupyter. Debe ejecutar el bloc de notas en Amazon SageMaker Studio Classic. 
Para obtener información sobre cómo empezar a usar Studio Classic, póngase en contacto con su 
administrador.

Automatice la preparación de datos mediante SageMaker Pipelines

Si quieres crear e implementar flujos de trabajo de aprendizaje automático (ML) a gran escala, 
puedes usar SageMaker Pipelines para crear flujos de trabajo que gestionen e SageMaker 
implementen trabajos. Con SageMaker Pipelines, puedes crear flujos de trabajo que gestionen la 
preparación de SageMaker datos, la formación de modelos y los trabajos de implementación de 
modelos. Puedes usar los algoritmos propios que SageMaker ofrece Pipelines. SageMaker Para 
obtener más información sobre SageMaker Pipelines, consulta Pipelines. SageMaker
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Cuando exporta uno o más pasos de su flujo de datos a SageMaker Pipelines, Data Wrangler 
crea un cuaderno de Jupyter que puede usar para definir, instanciar, ejecutar y administrar un 
canalización.

Uso de un cuaderno de Jupyter para crear una canalización

Usa el siguiente procedimiento para crear un cuaderno de Jupyter para exportar tu flujo de Data 
Wrangler a Pipelines. SageMaker

Utilice el siguiente procedimiento para generar un cuaderno de Jupyter y ejecútelo para exportar el 
flujo de Data Wrangler a Pipelines. SageMaker

1. Elija el signo + junto al nodo que desea exportar.

2. Selecciona Exportar flujo de datos.

3. Elija SageMaker Pipelines (a través de Jupyter Notebook).

4. Descargue el bloc de notas de Jupyter o cópielo en una ubicación de Amazon S3. 
Recomendamos copiarlo en una ubicación de Amazon S3 a la que pueda acceder desde Studio 
Classic. Póngase en contacto con su administrador si necesita orientación sobre una ubicación 
adecuada.

5. Ejecute el cuaderno de Jupyter.

Puede utilizar el cuaderno de Jupyter que produce Data Wrangler para definir una canalización. La 
canalización incluye los pasos de procesamiento de datos definidos por el flujo de Data Wrangler.

Puede agregar pasos adicionales a la canalización si agrega pasos a la lista steps que aparece en 
el siguiente código del cuaderno:

pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[instance_type, instance_count], 
    steps=[step_process], #Add more steps to this list to run in your Pipeline
)

Para obtener más información sobre la definición de canalizaciones, consulte Definir SageMaker 
canalización.
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Automatice la preparación de datos mediante un punto final de inferencia

Utilice su flujo de Data Wrangler para procesar los datos en el momento de la inferencia creando 
una canalización de inferencia en SageMaker serie a partir de su flujo de Data Wrangler. Una 
canalización de inferencia es una serie de pasos que dan como resultado que un modelo entrenado 
haga predicciones a partir de nuevos datos. Una canalización de inferencia en serie dentro de Data 
Wrangler transforma los datos sin procesar y los proporciona al modelo de machine learning para 
que realice una predicción. El proceso de inferencia se crea, ejecuta y administra desde un cuaderno 
de Jupyter en Studio Classic. Para obtener más información acerca de cómo acceder al cuaderno, 
consulte Utilice un cuaderno de Jupyter para crear un punto final de inferencia.

En el cuaderno, puede entrenar un modelo de machine learning o especificar uno que ya haya 
entrenado. Puedes usar Amazon SageMaker Autopilot o XGBoost para entrenar el modelo con los 
datos que has transformado en tu flujo de Data Wrangler.

La canalización permite realizar inferencias por lotes o en tiempo real. También puede añadir el 
flujo de Data Wrangler a Model Registry. SageMaker Para obtener más información acerca de los 
modelos de alojamiento, consulte Alojar varios modelos en un contenedor detrás de un punto de 
conexión.

Important

No puede exportar el flujo de Data Wrangler a un punto de conexión de inferencia si tiene las 
siguientes transformaciones:

• Join

• Concatenar

• Agrupar por

Si tiene que usar las transformaciones anteriores para preparar los datos, use el siguiente 
procedimiento.

Para preparar los datos para la inferencia con transformaciones no compatibles

1. Cree un flujo de Data Wrangler.

2. Aplique las transformaciones anteriores que no son compatibles.

3. Exporte los datos a un bucket de Amazon S3.

4. Cree un flujo de Data Wrangler independiente.
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5. Importe los datos que haya exportado del flujo anterior.

6. Aplique el resto de las transformaciones.

7. Cree una canalización de inferencia en serie con el cuaderno de Jupyter que le 
proporcionamos.

Para obtener información sobre la exportación de datos a un bucket de Amazon S3, consulte
Exportar datos. Para obtener información sobre cómo abrir el cuaderno de Jupyter utilizado 
para crear la canalización de inferencia en serie, consulte Utilice un cuaderno de Jupyter 
para crear un punto final de inferencia.

Data Wrangler hace caso omiso de las transformaciones que eliminan datos en el momento de la 
inferencia. Por ejemplo, Data Wrangler hace caso omiso de la transformación Gestión de valores que 
faltan si utiliza la configuración Eliminar ausentes.

Si ha modificado las transformaciones de todo el conjunto de datos, las transformaciones se 
aplicarán a la canalización de inferencia. Por ejemplo, si empleó el valor de la mediana para imputar 
los valores ausentes, el valor de la mediana resultante del reajuste de la transformada se aplica a 
las solicitudes de inferencia. Puede reajustar las transformaciones del flujo de Data Wrangler cuando 
utilice el cuaderno de Jupyter o cuando exporte los datos a una canalización de inferencia. Para 
obtener información acerca del reajuste de las transformaciones, consulte Refit las transformaciones 
a todo el conjunto de datos y las exporta.

La canalización de inferencia en serie admite los siguientes tipos de datos para las cadenas de 
entrada y salida. Cada tipo de datos tiene un conjunto de requisitos.

Tipos de datos admitidos

• text/csv: el tipo de datos de las cadenas CSV.

• La cadena no puede tener un encabezado.

• Las características utilizadas para la canalización de inferencia deben estar en el mismo orden 
que las características del conjunto de datos de entrenamiento.

• Debe haber un delimitador de coma entre las características.

• Los registros deben estar delimitados por un carácter de nueva línea.

A continuación, se muestra un ejemplo de una cadena CSV con un formato válido que puede 
proporcionar en una solicitud de inferencia.
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abc,0.0,"Doe, John",12345\ndef,1.1,"Doe, Jane",67890                     
                 

• application/json: el tipo de datos de las cadenas JSON.

• Las características utilizadas para la canalización de inferencia deben estar en el mismo orden 
que las características del conjunto de datos de entrenamiento.

• Los datos deben tener un esquema específico. El esquema se define como un objeto
instances único que tiene un conjunto de features. Cada objeto features representa una 
observación.

A continuación, se muestra un ejemplo de una cadena JSON con un formato válido que puede 
proporcionar en una solicitud de inferencia.

{ 
    "instances": [ 
        { 
            "features": ["abc", 0.0, "Doe, John", 12345] 
        }, 
        { 
            "features": ["def", 1.1, "Doe, Jane", 67890] 
        } 
    ]
}                   
                 

Utilice un cuaderno de Jupyter para crear un punto final de inferencia

Utilice el siguiente procedimiento para exportar el flujo de Data Wrangler y crear una canalización de 
inferencia.

Para crear una canalización de inferencia con un cuaderno de Jupyter, haga lo siguiente.

1. Elija el signo + junto al nodo que desea exportar.

2. Elija Exportar flujo de datos.

3. Elija SageMaker Inference Pipeline (a través de Jupyter Notebook).

4. Descargue el bloc de notas de Jupyter o cópielo en una ubicación de Amazon S3. 
Recomendamos copiarlo en una ubicación de Amazon S3 a la que pueda acceder desde Studio 
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Classic. Póngase en contacto con su administrador si necesita orientación sobre una ubicación 
adecuada.

5. Ejecute el cuaderno de Jupyter.

Al ejecutar el cuaderno de Jupyter, se crea un artefacto de flujo de inferencia. Un artefacto de flujo 
de inferencia es un archivo de flujo de Data Wrangler con metadatos adicionales que se utiliza para 
crear la canalización de inferencia en serie. El nodo que exporta incluye todas las transformaciones 
de los nodos anteriores.

Important

Data Wrangler necesita el artefacto del flujo de inferencia para ejecutar la canalización de 
inferencia. No puede usar su propio archivo de flujo como artefacto. Debe crearlo mediante el 
procedimiento anterior.

Automatice la preparación de datos con código Python

Para exportar todos los pasos del flujo de datos a un archivo de Python que pueda integrar 
manualmente en cualquier flujo de trabajo de procesamiento de datos, utilice el siguiente 
procedimiento.

Utilice el siguiente procedimiento para generar un cuaderno de Jupyter y ejecútelo para exportar su 
flujo de Data Wrangler a código Python.

1. Elija el signo + junto al nodo que desea exportar.

2. Selecciona Exportar flujo de datos.

3. Elija Código Python.

4. Descargue el bloc de notas de Jupyter o cópielo en una ubicación de Amazon S3. 
Recomendamos copiarlo en una ubicación de Amazon S3 a la que pueda acceder desde Studio 
Classic. Póngase en contacto con su administrador si necesita orientación sobre una ubicación 
adecuada.

5. Ejecute el cuaderno de Jupyter.

Es posible que tenga que configurar el script de Python para que se ejecute en su canalización. Por 
ejemplo, si ejecuta un entorno de Spark, asegúrate de ejecutar el script desde un entorno que tenga 
permiso para acceder a los recursos de AWS.
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Uso de la IA generativa con los modelos fundacionales

Amazon SageMaker Canvas proporciona modelos básicos de IA generativa que puede utilizar para 
iniciar conversaciones conversacionales. Estos modelos de generación de contenido se entrenan 
con grandes cantidades de datos de texto para aprender los patrones estadísticos y las relaciones 
entre las palabras, y pueden producir un texto coherente que sea estadísticamente similar al texto en 
el que se entrenaron. Puede utilizar esta capacidad para aumentar la productividad de la siguiente 
manera:

• Generar contenido, como esquemas de documentos, informes y blogs

• Resumir el texto a partir de grandes corpus de texto, como transcripciones de presentaciones de 
beneficios, informes anuales o capítulos de manuales de usuario

• Extraer información y conclusiones clave de amplios pasajes de texto, como notas o 
transcripciones de reuniones

• Mejorar el texto y captar errores gramaticales o tipográficos

Los modelos básicos son una combinación de los modelos de lenguaje grande (LLM) de Amazon 
SageMaker JumpStart y Amazon Bedrock. Canvas ofrece los siguientes modelos:

Modelo Tipo Descripción

Falcon-7B-Instruct SageMaker JumpStart modelo El Falcon-7B-Instruct tiene 
7000 millones de parámetro 
s y se ha ajustado a partir de 
una combinación de conjuntos 
de datos de chat e instrucci 
ón. Es adecuado como 
asistente virtual y funciona 
mejor cuando se siguen 
instrucciones o se entabla 
una conversación. Dado que 
el modelo se entrenó con 
grandes cantidades de datos 
web en inglés, contiene los 
estereotipos y sesgos que 
se encuentran comúnmente 
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Modelo Tipo Descripción

en Internet y no es adecuado 
para otros idiomas que no 
sean el inglés. En comparaci 
ón con el Falcon-40B-Instruc 
t, el Falcon-7B-Instruct es un 
modelo un poco más pequeño 
y compacto.

Falcon-40B-Instruct SageMaker JumpStart modelo El Falcon-40B-Instruct tiene 
40 000 millones de parámetro 
s y se ha ajustado a partir de 
una combinación de conjuntos 
de datos de chat e instrucci 
ón. Es adecuado como 
asistente virtual y funciona 
mejor cuando se siguen 
instrucciones o se entabla 
una conversación. Dado que 
el modelo se entrenó con 
grandes cantidades de datos 
web en inglés, contiene los 
estereotipos y sesgos que 
se encuentran comúnmente 
en Internet y no es adecuado 
para otros idiomas que no 
sean el inglés. En comparaci 
ón con el Falcon-7B-Instruct 
, el Falcon-40B-Instruct es un 
modelo un poco más grande y 
potente.
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Modelo Tipo Descripción

MPT-7B-Instruct SageMaker JumpStart modelo El MPT-7B-Instruct es un 
modelo para la instrucci 
ón de formato largo con 
posterioridad a las tareas y 
puede ayudarle con tareas de 
redacción, como el resumen 
de textos y la respuesta a 
preguntas, para ahorrarle 
tiempo y esfuerzo. Este 
modelo se entrenó con 
grandes cantidades de 
datos ajustados y puede 
hacer frente a entradas más 
grandes, como documentos 
complejos. Utilice este modelo 
cuando desee procesar 
cuerpos de texto grandes o si 
desea que el modelo genere 
respuestas largas.
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Modelo Tipo Descripción

Amazon Titan Modelo de Amazon Bedrock Amazon Titan es un modelo 
de lenguaje potente y de uso 
general que puede utilizar 
para tareas como el resumen, 
la generación de texto (como 
la creación de una entrada 
de blog), la clasificación, 
las preguntas y respuestas 
abiertas y la extracción de 
información. Está entrenado 
previamente con conjuntos de 
datos de gran tamaño, lo que 
hace que resulte adecuado 
para tareas y razonamie 
ntos complejos. Para seguir 
respaldando las mejores 
prácticas en el uso responsab 
le de la IA, los modelos 
básicos de Amazon Titan 
están diseñados para detectar 
y eliminar el contenido dañino 
de los datos, rechazar el 
contenido inapropiado en 
las entradas de los usuarios 
y filtrar las salidas de los 
modelos que contienen 
contenido inapropiado (como 
discursos de odio, blasfemias 
y violencia).
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Modelo Tipo Descripción

Jurassic-2 Mid Modelo de Amazon Bedrock Jurassic-2 Mid es un modelo 
de generación de texto de 
alto rendimiento que se 
basa en un corpus de texto 
masivo (actualizado hasta 
mediados de 2022). Es muy 
versátil, de uso general y 
capaz de componer textos 
similares a los humanos y de 
resolver tareas complejas, 
como responder preguntas 
, clasificar textos y muchas 
otras. Este modelo ofrece 
capacidades de instrucción de 
cero intentos, lo que permite 
que se dirija únicamente 
con lenguaje natural y sin el 
uso de ejemplos. Funciona 
hasta un 30 % más rápido 
que su predecesor, el modelo 
Jurassic-1.

El Jurassic-2 Mid es el modelo 
de tamaño medio de AI21, 
diseñado cuidadosamente 
para lograr el equilibrio 
adecuado entre una calidad 
excepcional y un precio 
asequible.
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Modelo Tipo Descripción

Jurassic-2 Ultra Modelo de Amazon Bedrock Jurassic-2 Ultra es un modelo 
de generación de texto de 
alto rendimiento que se 
basa en un corpus de texto 
masivo (actualizado hasta 
mediados de 2022). Es muy 
versátil, de uso general y 
capaz de componer textos 
similares a los humanos y de 
resolver tareas complejas, 
como responder preguntas 
, clasificar textos y muchas 
otras. Este modelo ofrece 
capacidades de instrucción de 
cero intentos, lo que permite 
que se dirija únicamente 
con lenguaje natural y sin el 
uso de ejemplos. Funciona 
hasta un 30 % más rápido 
que su predecesor, el modelo 
Jurassic-1.

En comparación con el 
Jurassic-2 Mid, el Jurassic-2 
Ultra es un modelo un poco 
más grande y potente.
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Modelo Tipo Descripción

Anthropic Claude Instant Modelo de Amazon Bedrock El Anthropic Claude Instant 
es un modelo más rápido y 
rentable, pero aún así tiene 
una alta capacidad. Este 
modelo puede realizar una 
variedad de tareas, como el 
diálogo informal, el análisis 
de texto, el resumen y la 
respuesta a preguntas sobre 
documentos. Al igual que el 
Claude-2, el Claude Instant 
puede admitir hasta 100 000 
tokens en cada solicitud, 
lo que equivale a unas 200 
páginas de información.
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Modelo Tipo Descripción

Anthropic Claude-2 Modelo de Amazon Bedrock El Claude-2 es el modelo 
más potente de Anthropic 
, y resulta excepcional en 
una amplia gama de tareas, 
desde diálogos sofisticados 
y generación de contenido 
creativo hasta el seguimien 
to detallado de instrucciones. 
El Claude-2 puede admitir 
hasta 100 000 tokens en cada 
solicitud, lo que equivale a 
unas 200 páginas de informaci 
ón. Puede generar respuesta 
s más largas en comparaci 
ón con su versión anterior. 
Admite casos de uso como 
la respuesta a preguntas, la 
extracción de información, 
la eliminación de informaci 
ón de identificación personal, 
la generación de contenido 
, la clasificación de opción 
múltiple, los juegos de roles, 
la comparación de texto, la 
síntesis y las preguntas y 
respuestas de documentos 
con citas.

Por el momento, los modelos fundacionales de Amazon Bedrock solo están disponibles en las 
regiones Este de EE. UU. (Norte de Virginia) y Oeste de EE. UU. (Oregón). Además, cuando utilice 
modelos fundacionales de Amazon Bedrock, se le cobrará en función del volumen de los tokens de 
entrada y salida, según lo especifique cada proveedor de modelos. Para obtener más información, 
consulte la página de Precios de Amazon Bedrock. Los modelos SageMaker JumpStart básicos se 
implementan en las instancias de SageMaker alojamiento y se le cobrará por la duración del uso en 
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función del tipo de instancia utilizada. Para obtener más información sobre el costo de los distintos 
tipos de instancias, consulta la sección Amazon SageMaker Hosting: Inferencia en tiempo real en la
página de SageMaker precios.

La consulta de documentos es una característica adicional que puede utilizar para consultar y 
obtener información de los documentos almacenados en índices mediante Amazon Kendra. Con 
esta funcionalidad, puede generar contenido a partir del contexto de esos documentos y recibir 
respuestas específicas para su caso de uso empresarial, en lugar de respuestas genéricas según 
las grandes cantidades de datos en las que se basaron los modelos fundacionales. Para obtener 
más información acerca de los índices en Amazon Kendra, consulte la Guía para desarrolladores de 
Amazon Kendra.

Si desea obtener respuestas de alguno de los modelos básicos que se personalicen en función de 
sus datos y caso de uso, puede ajustar los modelos básicos. Para obtener más información, consulte
Ajusta los modelos básicos.

Para empezar, consulte las secciones siguientes.

Requisitos previos

En las siguientes secciones se describen los requisitos previos para interactuar con los modelos 
fundacionales y utilizar la característica de consulta de documentos de Canvas. El resto del 
contenido de esta página presupone que ha cumplido con los requisitos previos para los modelos 
fundacionales. La característica de consulta de documentos requiere permisos adicionales.

Requisitos previos para los modelos fundacionales

Los permisos que necesita para interactuar con los modelos se incluyen en los permisos de los eady-
to-use modelos de Canvas R. Para usar los modelos generativos impulsados por IA en Canvas, 
debes activar los permisos de configuración de los eady-to-use modelos Canvas R al configurar tu 
dominio de Amazon. SageMaker Para obtener más información, consulte Requisitos previos para 
configurar Amazon Canvas SageMaker . La configuración de eady-to-use los modelos R de Canvas
adjunta la ServicesAccess política de AmazonSageMakerCanvasIA a la función de ejecución de su 
usuario de Canvas AWS Identity and Access Management (IAM). Si tiene algún problema con la 
concesión de permisos, consulte el tema Solución de problemas relacionados con la concesión de 
permisos a través de la SageMaker consola.

Si ya ha configurado su dominio, puede editar esa configuración y activar los permisos. Para obtener 
instrucciones acerca de cómo editar la configuración de dominio, consulte Visualización y edición 
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de dominios. Al editar la configuración de su dominio, vaya a la configuración de Canvas y active la 
opción Habilitar eady-to-use modelos de Canvas R.

Algunos SageMaker JumpStart modelos básicos también requieren que solicites un aumento 
de la cuota de SageMaker instancias. Canvas aloja los modelos con los que está interactuando 
actualmente en estas instancias, pero es posible que la cuota predeterminada de su cuenta no sea 
suficiente. Si se produce un error al ejecutar alguno de los siguientes modelos, solicite un aumento 
de cuota para los tipos de instancias asociados:

• Falcon-40B – ml.g5.12xlarge, ml.g5.24xlarge

• Falcon-13B – ml.g5.2xlarge, ml.g5.4xlarge, ml.g5.8xlarge

• MPT-7B-Instruct – ml.g5.2xlarge, ml.g5.4xlarge, ml.g5.8xlarge

Para los tipos de instancias anteriores, solicite un aumento de 0 a 1 en la cuota de uso de puntos 
de conexión. Para obtener información sobre cómo aumentar una cuota para su cuenta, consulte
Solicitar un aumento de cuota en la Guía del usuario de Service Quotas.

Requisitos previos para la consulta de documentos

Note

La consulta de documentos se admite en las siguientes Regiones de AWS: Este de EE. UU. 
(Norte de Virginia), Este de EE. UU. (Ohio), Oeste de EE. UU. (Oregón), Europa (Irlanda), 
Asia-Pacífico (Singapur), Asia-Pacífico (Sídney), Asia-Pacífico (Tokio) y Asia-Pacífico 
(Bombay).

La característica de consulta de documentos requiere que ya disponga de un índice de Amazon 
Kendra que almacene sus documentos y sus metadatos de documentos. Para obtener más 
información acerca de Amazon Kendra, consulte la Guía para desarrolladores de Amazon Kendra. 
Para obtener más información sobre las cuotas para consultar índices, consulte Cuotas en la Guía 
para desarrolladores de Amazon Kendra.

También debe asegurarse de que su perfil de usuario de Canvas tenga los permisos necesarios 
para consultar documentos. La AmazonSageMakerCanvasFullAccesspolítica debe estar asociada 
a la función de ejecución de AWS IAM del SageMaker dominio que aloja la aplicación de Canvas 
(esta política se adjunta de forma predeterminada a todos los perfiles de usuario de Canvas nuevos 

Uso de la IA generativa con los modelos fundacionales 954

https://docs.aws.amazon.com/servicequotas/latest/userguide/request-quota-increase.html
https://docs.aws.amazon.com/kendra/latest/dg/what-is-kendra.html
https://docs.aws.amazon.com/kendra/latest/dg/quotas.html
https://docs.aws.amazon.com/aws-managed-policy/latest/reference/AmazonSageMakerCanvasFullAccess.html


Amazon SageMaker Guía para desarrolladores

y existentes). También debe conceder específicamente permisos de consulta de documentos y 
especificar el acceso a uno o más índices de Amazon Kendra.

Si su administrador de Canvas está configurando un nuevo dominio o perfil de usuario, pídale que 
configure el dominio siguiendo las instrucciones que se indican en Requisitos previos para configurar 
Amazon Canvas SageMaker . Al configurar el dominio, pueden activar los permisos de consulta de 
documentos a través de la configuración de los eady-to-use modelos Canvas R.

El administrador de Canvas también puede administrar los permisos de consulta de documentos en 
el nivel del perfil de usuario. Por ejemplo, si el administrador quiere conceder permisos de consulta 
de documentos a algunos perfiles de usuario pero eliminar los permisos a otros, puede editar los 
permisos de un usuario específico.

El siguiente procedimiento muestra cómo activar los permisos de consulta de documentos para un 
perfil de usuario específico:

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio del perfil de usuario.

5. En la página de Detalles del dominio, elija el Perfil de usuario cuyos permisos desee editar.

6. En la página Detalles del usuario, elija Editar.

7. En el panel de navegación izquierdo, elija Configuración de Canvas.

8. En la sección de configuración de eady-to-use modelos de Canvas R, active la opción Habilitar 
la consulta de documentos mediante Amazon Kendra.

9. En el menú desplegable, seleccione uno o varios índices de Amazon Kendra a los que quiera 
conceder acceso.

10. Seleccione Enviar para guardar los cambios en la configuración de su dominio.

Ahora debería poder utilizar los modelos fundacionales de Canvas para consultar documentos en los 
índices de Amazon Kendra especificados.

Iniciar una nueva conversación para generar, extraer o resumir contenido

Para empezar a utilizar los modelos fundacionales de IA generativa en Canvas, puede iniciar una 
nueva sesión de chat con uno de los modelos. En el caso de los SageMaker JumpStart modelos, 
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se le cobrará mientras el modelo esté activo, por lo que debe iniciarlos cuando desee utilizarlos y 
apagarlos cuando termine de interactuar. Si no apagas un SageMaker JumpStart modelo, Canvas 
lo apagará después de 2 horas de inactividad. En el caso de los modelos Amazon Bedrock (como 
Amazon Titan), se te cobrará de forma inmediata; los modelos ya están activos y no es necesario 
encenderlos ni apagarlos. Amazon Bedrock le cobrará directamente por el uso de estos modelos.

Para abrir una conversación con un modelo, haga lo siguiente:

1. Abre la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, selecciona R eady-to-use models.

3. Elija Generar, extraer y resumir contenido.

4. En la página de bienvenida, recibirá una recomendación para iniciar el modelo predeterminado. 
Puede iniciar el modelo recomendado o elegir Seleccionar otro modelo en el menú desplegable 
para elegir uno diferente.

5. Si ha seleccionado un modelo de SageMaker JumpStart base, debe ponerlo en marcha antes 
de que esté disponible para su uso. Seleccione Iniciar el modelo y, a continuación, el modelo 
se desplegará en una SageMaker instancia. Esto puede tardar varios minutos en completarse. 
Cuando el modelo esté listo, puede introducir las indicaciones y hacerle preguntas.

Si ha seleccionado un modelo fundacional de Amazon Bedrock, puede empezar a usarlo al 
instante introduciendo un mensaje y haciendo preguntas.

Según el modelo, puede realizar varias tareas. Por ejemplo, puede introducir un pasaje de texto y 
pedirle al modelo que lo resuma. O bien, puede pedirle al modelo que elabore un breve resumen de 
las tendencias del mercado en su dominio.

Las respuestas de la modelo en un chat se basan en el contexto de sus solicitudes anteriores. 
Si quiere plantear una pregunta nueva en el chat que no esté relacionada con el tema de la 
conversación anterior, le recomendamos que inicie una nueva conversación con el modelo.

Extracción de información de los documentos mediante la consulta de documentos

Note

En esta sección se presupone que ha completado la sección anterior Requisitos previos para 
la consulta de documentos.
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La consulta de documentos es una característica que puede utilizar al interactuar con los modelos 
fundacionales en Canvas. Con la consulta de documentos, puede acceder a un corpus de 
documentos almacenado en un índice de Amazon Kendra, que contiene el contenido de sus 
documentos y está estructurado de forma que permite realizar búsquedas en los documentos. Puede 
hacer preguntas específicas dirigidas a los datos de su índice de Amazon Kendra, y el modelo 
fundacional devuelve las respuestas a sus preguntas. Por ejemplo, puede consultar una base de 
conocimientos interna sobre información de TI y hacer preguntas como “¿Cómo me conecto a la red 
de mi empresa?” Para obtener más información acerca de cómo configurar un índice, consulte la
Guía para desarrolladores de Amazon Kendra.

Al utilizar la función de consulta de documentos, los modelos fundacionales restringen sus 
respuestas al contenido de los documentos del índice con una técnica denominada Generación 
Aumentada de Recuperación (RAG). Esta técnica agrupa la información más relevante del índice 
junto con la solicitud del usuario y la envía al modelo fundacional para obtener una respuesta. Las 
respuestas se limitan a lo que se encuentra en el índice, lo que impide que el modelo dé respuestas 
incorrectas basadas en datos externos. Para obtener más información sobre este proceso, consulte 
la entrada del blog Compilación rápida de aplicaciones de IA generativa de gran precisión con datos 
empresariales.

Para empezar, en una conversación con un modelo fundacional en Canvas, active el botón Consulta 
de documentos situado en la parte superior de la página. En el menú desplegable, seleccione el 
índice de Amazon Kendra que quiera consultar. A continuación, puede empezar a hacer preguntas 
relacionadas con los documentos de su índice.

Important

La consulta de documentos es compatible con la función Comparación de los resultados del 
modelo. Cualquier historial de chat existente se sobrescribe al iniciar un nuevo chat para 
comparar los resultados del modelo.

Administración de modelos

Note

La siguiente sección describe la puesta en marcha y el cierre de los modelos, lo que solo 
se aplica a los modelos básicos, como SageMaker JumpStart el Falcon-40B-Instruct. Puede 
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acceder a los modelos de Amazon Bedrock, como Amazon Titan, de forma instantánea y en 
cualquier momento.

Puede poner en marcha tantos modelos como desee. SageMaker JumpStart Cada SageMaker 
JumpStart modelo activo conlleva cargos en tu cuenta, por lo que te recomendamos que no pongas 
en marcha más modelos de los que utilizas actualmente.

Para iniciar otro modelo, puede hacer lo siguiente:

1. En la página Generar, extraer y resumir contenido, seleccione Nuevo chat.

2. Seleccione el modelo en el menú desplegable. Si desea elegir un modelo que no aparezca en 
el menú desplegable, elija Iniciar otro modelo y, a continuación, seleccione el modelo que desee 
iniciar.

3. Seleccione Iniciar modelo.

El modelo debería empezar a iniciarse y, en unos minutos, podrá charlar con el modelo.

Le recomendamos encarecidamente que cierre los modelos que no esté utilizando. Los modelos 
se cierran automáticamente tras 2 horas de inactividad. Sin embargo, para apagar un modelo 
manualmente, puede hacer lo siguiente:

1. En la página Generar, extraer y resumir contenido, abra el chat del modelo que desee cerrar.

2. En la página de chat, seleccione el icono Más opciones
( ).

3. Seleccione Cerrar modelo.

4. En el cuadro de confirmación Cerrar modelo, seleccione Cerrar.

El modelo comienza a cerrarse. Si su chat compara dos o más modelos, puede cerrar un modelo 
individual desde la página del chat. Para ello, seleccione el icono Más opciones del modelo 
( ) 
y, a continuación, seleccione Cerrar modelo.
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Comparación de los resultados del modelo

Es posible que desee comparar los resultados de los distintos modelos uno junto al otro para ver qué 
resultado de modelo prefiere. Esto puede ayudarle a decidir qué modelo se adapta mejor a su caso 
de uso. Puede comparar hasta tres modelos en los chats.

Note

Cada modelo individual genera cargos en su cuenta.

Debe iniciar un nuevo chat para agregar modelos para compararlos. Para comparar los resultados de 
los modelos uno junto al otro en un chat, haga lo siguiente:

1. En un chat, seleccione Nuevo chat.

2. Seleccione Comparar y use el menú desplegable para elegir el modelo que quiera agregar. Para 
agregar un tercer modelo, vuelva a seleccionar Comparar para agregar otro modelo.

Note

Si quieres usar un SageMaker JumpStart modelo que no esté activo actualmente, se te 
solicitará que lo inicies.

Cuando los modelos estén activos, verá los dos modelos uno junto al otro en el chat. Puede enviar 
su mensaje y cada modelo responderá en el mismo chat, como se muestra en la siguiente captura de 
pantalla.
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Cuando termines de interactuar, asegúrate de apagar todos SageMaker JumpStart los modelos 
individualmente para evitar incurrir en cargos adicionales.

Ajusta los modelos básicos

Los modelos básicos a los que puede acceder a través de Amazon SageMaker Canvas pueden 
ayudarle con una variedad de tareas de uso general. Sin embargo, si tiene un caso de uso específico 
y desea personalizar las respuestas en función de sus propios datos, puede ajustar un modelo
básico.

Para afinar un modelo básico, proporciona un conjunto de datos que consta de ejemplos de 
solicitudes y respuestas de modelos. A continuación, se entrena el modelo básico a partir de los 
datos. Por último, el modelo básico ajustado es capaz de proporcionarle respuestas más específicas.

En este tema se describe cómo ajustar los modelos de base en Canvas.

Antes de empezar

Antes de ajustar un modelo base, asegúrese de tener los permisos para los eady-to-use modelos 
R en Canvas y de tener una relación de confianza con Amazon Bedrock. Para obtener más 
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información, consulte Otorgue a los usuarios permisos para ajustar con precisión los modelos 
básicos.

También debe tener un conjunto de datos formateado para ajustar con precisión los modelos de 
lenguaje de gran tamaño (LLM). La siguiente es una lista de requisitos para su conjunto de datos:

• El conjunto de datos debe ser tabular y contener al menos dos columnas de datos de texto: una 
columna de entrada (que contiene ejemplos de solicitudes del modelo) y una columna de salida 
(que contiene respuestas de ejemplo del modelo).

Un ejemplo es el siguiente:

Entrada Salida

¿Cuáles son sus condiciones de envío? Ofrecemos envío gratuito en todos los pedidos 
superiores a 50$. Los pedidos de menos de 
50$ tienen una tarifa de envío de 5,99$.

¿Cómo puedo devolver un artículo? Para devolver un artículo, visita nuestro centro 
de devoluciones y sigue las instrucciones. 
Debe proporcionar su número de pedido y el 
motivo de la devolución.

Tengo problemas con mi producto. ¿Qué 
puedo hacer?

Ponte en contacto con nuestro equipo de 
atención al cliente y estaremos encantados de 
ayudarte a solucionar el problema.

• Recomendamos que el conjunto de datos tenga al menos 100 pares de texto (filas de los 
elementos de entrada y salida correspondientes). Esto garantiza que el modelo básico tenga datos 
suficientes para realizar ajustes precisos y aumenta la precisión de sus respuestas.

• Cada elemento de entrada y salida debe contener un máximo de 512 caracteres. Todo lo que sea 
más largo se reduce a 512 caracteres al ajustar el modelo base.

Al ajustar un modelo de Amazon Bedrock, debe cumplir con las cuotas de Amazon Bedrock. Para 
obtener más información, consulte Cuotas de personalización de modelos en la Guía del usuario de 
Amazon Bedrock.
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Para obtener más información sobre los requisitos y limitaciones generales de los conjuntos de datos 
en Canvas, consulteCreación de un conjunto de datos.

Ajuste de un modelo fundacional

Puede ajustar un modelo básico mediante cualquiera de los siguientes métodos en la aplicación 
Canvas:

• Durante una conversación sobre cómo generar, extraer y resumir contenido
con un modelo básico, elija el icono de ajuste preciso del modelo ().

• Durante una conversación con un modelo básico, si ha vuelto a generar la respuesta dos o más 
veces, Canvas le ofrece la opción de ajustar el modelo con precisión. La siguiente captura de 
pantalla muestra cómo se ve.

• En la página Mis modelos, puede crear un nuevo modelo seleccionando Nuevo modelo y, a 
continuación, seleccionando Ajustar con precisión el modelo base.

• En la página de inicio de eady-to-use los modelos R, puede elegir Crear su propio modelo y, a 
continuación, en el cuadro de diálogo Crear nuevo modelo, elegir Ajustar con precisión el modelo 
base.

• Mientras navega por sus conjuntos de datos en la pestaña Data Wrangler, puede seleccionar un 
conjunto de datos y elegir Crear un modelo. Luego, elige Ajustar el modelo base.

Una vez que haya empezado a afinar un modelo, haga lo siguiente:

Seleccione un conjunto de datos

En la pestaña Seleccionar para ajustar un modelo, puede elegir los datos con los que desea entrenar 
el modelo base.

Seleccione un conjunto de datos existente o cree uno nuevo que cumpla con los requisitos 
enumerados en la Antes de empezar sección. Para obtener más información sobre cómo crear un 
conjunto de datos, consulteCreación de un conjunto de datos.

Cuando haya seleccionado o creado un conjunto de datos y esté listo para continuar, elija
Seleccionar conjunto de datos.
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Ajusta el modelo

Tras seleccionar los datos, ya está listo para empezar a entrenar y ajustar el modelo.

En la pestaña Ajustar con precisión, haga lo siguiente:

1. Para seleccionar hasta 3 modelos básicos, abre el menú desplegable y selecciona hasta 3 
modelos de base (hasta 2 SageMaker JumpStart modelos y 1 modelo Amazon Bedrock) que 
te gustaría ajustar con precisión durante el trabajo de formación. Al ajustar varios modelos 
básicos, puede comparar su rendimiento y, en última instancia, elegir el que mejor se adapte a 
su caso de uso como modelo predeterminado. Para obtener más información sobre los modelos 
predeterminados, consulte. ???

2. En Seleccione la columna de entrada, seleccione la columna de datos de texto del conjunto de 
datos que contiene las indicaciones del modelo de ejemplo.

3. En la columna Seleccione la salida, seleccione la columna de datos de texto del conjunto de 
datos que contiene las respuestas del modelo de ejemplo.

4. (Opcional) Para configurar los ajustes avanzados para el trabajo de entrenamiento, elija
Configurar modelo. Para obtener más información sobre los ajustes avanzados de creación de 
modelos, consulteConfiguraciones avanzadas de creación de modelos.

En la ventana emergente Configurar modelo, haga lo siguiente:

a. En el caso de los hiperparámetros, puede ajustar el recuento de épocas, el tamaño del lote, 
la tasa de aprendizaje y los pasos de calentamiento de la tasa de aprendizaje para cada 
modelo que haya seleccionado. Para obtener más información sobre estos parámetros, 
consulte la sección Hiperparámetros de la documentación. SageMaker JumpStart

b. Para la división de datos, puede especificar porcentajes sobre cómo dividir los datos entre el 
conjunto de entrenamiento y el conjunto de validación.

c. Para el tiempo máximo de ejecución del trabajo, puede establecer la cantidad máxima de 
tiempo durante el que Canvas ejecuta el trabajo de compilación. Esta función solo está 
disponible para los modelos de SageMaker JumpStart base.

d. Tras configurar los ajustes, seleccione Guardar.

5. Selecciona Fine-tune para empezar a entrenar los modelos básicos que has seleccionado.

Cuando comience el trabajo de ajuste, puede salir de la página. Cuando el modelo aparezca como
Listo en la página Mis modelos, estará listo para su uso y ahora podrá analizar el rendimiento del 
modelo ajustado con precisión.

Uso de la IA generativa con los modelos fundacionales 963

https://docs.aws.amazon.com/sagemaker/latest/dg/jumpstart-fine-tune.html#jumpstart-hyperparameters


Amazon SageMaker Guía para desarrolladores

Analice el modelo ajustado

En la pestaña Analizar del modelo ajustado, puede ver el rendimiento del modelo.

La pestaña Descripción general de esta página muestra las puntuaciones de perplejidad y pérdida, 
junto con análisis que permiten visualizar la mejora del modelo a lo largo del tiempo durante el 
entrenamiento. La siguiente captura de pantalla muestra la pestaña Descripción general.

En esta página, puede ver las siguientes visualizaciones:

• La curva de perplejidad mide qué tan bien el modelo predice la siguiente palabra de una secuencia 
o qué tan gramatical es la salida del modelo. Lo ideal es que, a medida que el modelo mejore 
durante el entrenamiento, la puntuación disminuya y dé como resultado una curva que disminuya y 
se aplane con el tiempo.

• La curva de pérdidas cuantifica la diferencia entre el resultado correcto y el resultado previsto por 
el modelo. Una curva de pérdidas que disminuye y se aplana con el tiempo indica que el modelo 
está mejorando su capacidad para realizar predicciones precisas.

La pestaña Métricas avanzadas muestra los hiperparámetros y las métricas adicionales del modelo. 
Se parece a la siguiente captura de pantalla:
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La pestaña Métricas avanzadas contiene la siguiente información:

• La sección de explicabilidad contiene los hiperparámetros, que son los valores establecidos antes 
del trabajo para guiar el ajuste del modelo. Si no especificó los hiperparámetros personalizados 
en la configuración avanzada del modelo en la Ajusta el modelo sección, Canvas seleccionará los 
hiperparámetros predeterminados por usted.

Para SageMaker JumpStart los modelos, también puede consultar la métrica avanzada ROUGE 
(Recall-Oriented Understudy for Gisting Evaluation), que evalúa la calidad de los resúmenes 
generados por el modelo. Mide qué tan bien el modelo puede resumir los puntos principales de un 
pasaje.

• La sección de artefactos le proporciona enlaces a los artefactos generados durante el trabajo de 
ajuste. Puede acceder a los datos de formación y validación guardados en Amazon S3, así como 
al enlace al informe de evaluación del modelo (para obtener más información, consulte el párrafo 
siguiente).

Para obtener más información sobre la evaluación del modelo, puede descargar un informe 
generado con SageMaker Clarify, una función que puede ayudarle a detectar sesgos en el modelo 
y en los datos. En primer lugar, genere el informe seleccionando Generar informe de evaluación en 
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la parte inferior de la página. Una vez generado el informe, puede descargar el informe completo 
seleccionando Descargar el informe o volviendo a la sección de artefactos.

También puedes acceder a un cuaderno de Jupyter que te muestra cómo replicar tu trabajo de ajuste 
en código Python. Puede usarlo para replicar o realizar cambios programáticos en su trabajo de 
ajuste o para comprender mejor cómo Canvas ajusta su modelo. Para obtener más información 
sobre las libretas modelo y cómo acceder a ellas, consulte. Descargue un modelo de cuaderno

Para obtener más información sobre cómo interpretar la información de la pestaña Analizar de su 
modelo ajustado, consulte el tema. Evalúe el rendimiento de su modelo en Amazon SageMaker 
Canvas

Tras analizar las pestañas Descripción general y Métricas avanzadas, también puede optar por abrir 
la tabla de clasificación del modelo, que muestra la lista de los modelos básicos entrenados durante 
la creación. El modelo con la puntuación de pérdidas más baja se considera el modelo con mejor 
rendimiento y se selecciona como modelo predeterminado, que es el modelo cuyo análisis se ve en 
la pestaña Analizar. Solo puede probar e implementar el modelo predeterminado. Para obtener más 
información sobre la tabla de clasificación del modelo y cómo cambiar el modelo predeterminado, 
consulte???.

Pruebe un modelo perfeccionado en un chat

Después de analizar el rendimiento de un modelo ajustado con precisión, es posible que desee 
probarlo o comparar sus respuestas con el modelo base. Puede probar un modelo ajustado en un 
chat con la función Generar, extraer y resumir contenido.

Inicie una conversación con un modelo ajustado seleccionando uno de los siguientes métodos:

• En la pestaña Analizar del modelo ajustado, elija Probar en modelos básicos eady-to-use R.

• En la página de eady-to-use modelos de Canvas R, elija Generar, extraer y resumir contenido. A 
continuación, elija Nuevo chat y seleccione la versión de su modelo ajustado que desee probar.

El modelo se inicia en un chat y puedes interactuar con él como con cualquier otro modelo base. 
Puedes añadir más modelos al chat y comparar sus resultados. Para obtener más información sobre 
la funcionalidad de los chats, consulteUso de la IA generativa con los modelos fundacionales.

Usa eady-to-use modelos R

Con eady-to-use los modelos R de Amazon SageMaker Canvas, puede realizar predicciones sobre 
sus datos sin escribir una sola línea de código ni tener que crear un modelo; todo lo que tiene 
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que traer son sus datos. eady-to-use Los modelos R utilizan modelos prediseñados para generar 
predicciones sin necesidad de invertir el tiempo, la experiencia o el costo necesarios para crear un 
modelo, y puede elegir entre una variedad de casos de uso que van desde la detección del lenguaje 
hasta el análisis de gastos.

Canvas se integra con los servicios de AWS existentes, como Amazon Textract, Amazon Rekognition
y Amazon Comprehend, para analizar sus datos y realizar predicciones o extraer información. 
Puede utilizar el poder predictivo de estos servicios desde la aplicación de Canvas para obtener 
predicciones de alta calidad para sus datos.

Canvas admite los siguientes tipos de eady-to-use modelos R:

eady-to-use Modelo R Descripción Tipos de datos admitidos

Análisis de opiniones Detecta opiniones en líneas 
de texto, que pueden ser 
positivas, negativas, neutras 
o mixtas. En la actualidad, 
solo puede realizar análisis 
de opiniones para textos en 
inglés.

Texto sin formato o tabular 
(CSV, Parquet)

Extracción de entidades Extraiga del texto entidades 
, que son objetos del mundo 
real, como personas, lugares 
y artículos comerciales, o 
unidades, como fechas y 
cantidades.

Texto sin formato o tabular 
(CSV, Parquet)

Detección de idioma Determine el idioma 
dominante del texto, como el 
inglés, el francés o el alemán.

Texto sin formato o tabular 
(CSV, Parquet)

Detección de información 
personal

Detecte información personal 
que podría usarse para 
identificar a una persona, 
como direcciones, números de 

Texto sin formato o tabular 
(CSV, Parquet)
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eady-to-use Modelo R Descripción Tipos de datos admitidos

cuentas bancarias y números 
de teléfono, a partir del texto.

Detección de objetos en 
imágenes

Detecte objetos, conceptos 
, escenas y acciones en sus 
imágenes.

Imagen (JPG, PNG)

Detección de texto en 
imágenes

Detecte texto en sus 
imágenes:

Imagen (JPG, PNG)

Análisis de gastos Extraiga información de las 
facturas y los recibos, como la 
fecha, el número, los precios 
de los artículos, el importe 
total y las condiciones de 
pago.

Documento (PDF, JPG, PNG, 
TIFF)

Análisis de documentos de 
identidad

Extraiga información de los 
pasaportes, licencias de 
conducir y otros documento 
s de identidad emitidos por el 
Gobierno de los EE. UU.

Documento (PDF, JPG, PNG, 
TIFF)

Análisis de documentos Analice documentos y 
formularios para ver las 
relaciones entre el texto 
detectado.

Documento (PDF, JPG, PNG, 
TIFF)

Consultas de documentos Extraiga información de 
documentos estructur 
ados, como recibos de 
pago, extractos bancarios, 
formularios W-2 y formulari 
os de solicitud de hipotecas 
mediante el planteamiento de 
preguntas en lenguaje natural.

Documento (PDF)
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Introducción

Para empezar con eady-to-use los modelos R, consulta la siguiente información.

Requisitos previos 

Para usar eady-to-use los modelos R en Canvas, debes activar los permisos de configuración 
de eady-to-use los modelos R de Canvas al configurar tu SageMaker dominio de Amazon. La
configuración de eady-to-use los modelos R de Canvas adjunta la ServicesAccess política de
AmazonSageMakerCanvasIA a la función de ejecución de su usuario de Canvas AWS Identity and 
Access Management (IAM). Si tiene algún problema con la concesión de permisos, consulte el 
tema Solución de problemas relacionados con la concesión de permisos a través de la SageMaker 
consola.

Si ya ha configurado su dominio, puede editar esa configuración y activar los permisos. Para obtener 
instrucciones sobre cómo editar la configuración de su dominio, consulte Visualización y edición de 
dominios. Al editar la configuración de su dominio, vaya a la configuración de Canvas y active la 
opción Habilitar eady-to-use modelos de Canvas R.

(Opcional) Excluya el almacenamiento de datos de los servicios de IA

Algunos servicios de AWS IA almacenan y utilizan sus datos para realizar mejoras en el servicio. 
Puede optar por que sus datos no se almacenen o se utilicen para mejorar el servicio. Para obtener 
más información sobre cómo excluirse, consulte las políticas de exclusión de los servicios de IA en la
Guía del AWS Organizations usuario.

Cómo usar los eady-to-use modelos R

Para empezar con eady-to-use los modelos R, haga lo siguiente:

1. (Opcional) Importe sus datos. Puede importar un conjunto de datos tabulares, de imágenes o de 
documentos para generar predicciones por lotes, o un conjunto de datos de predicciones, con 
eady-to-use modelos R. Para empezar a importar un conjunto de datos, consulte Importe datos a 
un flujo de datos.

2. Genere predicciones. Puede generar predicciones individuales o por lotes con el eady-to-use 
modelo R que elija. Para empezar a hacer predicciones, consulte Haga predicciones con eady-to-
use modelos R.
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Haga predicciones con eady-to-use modelos R

eady-to-use Los modelos R están disponibles para datos de texto, imagen y documentos. Cada tipo 
de datos tiene eady-to-use modelos R que están diseñados para funcionar mejor en cada caso de 
uso. Utilice la siguiente guía para determinar qué eady-to-use modelos R puede utilizar con los datos 
de entrada:

• Datos de texto: análisis de opinión, extracción de entidades, detección de idioma, detección de 
información personal

• Datos de imágenes: detección de objetos en imágenes, detección de texto en imágenes

• Datos de documentos: análisis de gastos, análisis de documentos de identidad, análisis de 
documentos, consultas de documentos

La siguiente captura de pantalla muestra la página de inicio de eady-to-use los modelos R, que 
muestra todas las diferentes soluciones.

Cada eady-to-use modelo R admite predicciones individuales y predicciones por lotes para su 
conjunto de datos. Una Predicción única sirve cuando solo necesita hacer una predicción. Por 
ejemplo, si tiene una imagen de la que desea extraer texto o un párrafo de texto en el que desea 
detectar el idioma dominante. Una Predicción por lotes sirve cuando quiere hacer predicciones 
para un conjunto de datos completo. Por ejemplo, puede tener un archivo CSV con valoraciones de 
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clientes en las que querría analizar la opinión general de los clientes, o puedes tener archivos de 
imágenes en los que querría detectar objetos.

Cuando tenga sus datos y haya identificado su caso de uso, elija uno de los siguientes flujos de 
trabajo para hacer predicciones sobre sus datos.

Predicciones para datos de texto

En los siguientes procedimientos se describe cómo hacer predicciones tanto individuales como por 
lotes para conjuntos de datos de texto. Puede utilizar los procedimientos para los siguientes tipos 
de eady-to-use modelos R: análisis de sentimientos, extracción de entidades, detección de idioma y 
detección de información personal.

Note

Para el análisis de opiniones, solo puede utilizar textos en el idioma inglés.

Predicciones únicas

Para realizar una predicción única para eady-to-use los modelos R que aceptan datos de texto, haga 
lo siguiente:

1. En el panel de navegación izquierdo de la aplicación Canvas, elija eady-to-usemodelos R.

2. En la página de eady-to-use modelos R, elija el eady-to-use modelo R para su caso de uso. En 
el caso de los datos de texto, debe ser una de las siguientes opciones: análisis de opiniones,
extracción de entidades, detección de idioma o detección de información personal.

3. En la página de predicciones de ejecución del eady-to-use modelo R que elija, elija Predicción 
única.

4. En Campo de texto, introduzca el texto para el que quiera obtener una predicción.

5. Seleccione Generar resultados de predicción para obtener su predicción.

En Resultados de la predicción en el lado derecho verá un análisis del texto, además de una 
puntuación de Confianza para cada resultado o etiqueta. Por ejemplo, si elige la detección de idioma 
e introduce un fragmento de texto en francés, es posible que obtenga una puntuación de confianza 
del 95 % en francés y trazas de otros idiomas, como el inglés, con una puntuación de confianza del 
5 %.
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En la siguiente captura de pantalla se muestran los resultados de una sola predicción mediante la 
detección del idioma, en la que el modelo está al 100 % seguro de que el pasaje está en inglés.

Predicciones por lotes

Para realizar predicciones por lotes para eady-to-use los modelos R que aceptan datos de texto, 
haga lo siguiente:

1. En el panel de navegación izquierdo de la aplicación Canvas, elija eady-to-usemodelos R.

2. En la página de eady-to-use modelos R, elija el eady-to-use modelo R para su caso de uso. En 
el caso de los datos de texto, debe ser una de las siguientes opciones: análisis de opiniones,
extracción de entidades, detección de idioma o detección de información personal.

3. En la página Ejecutar predicciones del eady-to-use modelo R que elija, elija Predicción por lotes.

4. Elija Seleccionar conjunto de datos si ya ha importado su conjunto de datos. Si no es así, 
seleccione Importar un nuevo conjunto de datos y, a continuación, se le guiará a lo largo del flujo 
de trabajo de importación de datos.

5. En la lista de conjuntos de datos disponibles, seleccione su conjunto de datos y elija Generar 
predicciones para obtener sus predicciones.

Cuando termine de ejecutarse el trabajo de predicción, en la página Ejecutar 
predicciones, verá un conjunto de datos de salida en la sección Predicciones. Este 
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conjunto de datos contiene los resultados y, si selecciona el icono Más opciones
( ), 
puede obtener una Vista previa de los datos del resultado. A continuación, puede elegir Descargar
para descargar los resultados.

Predicciones para los datos de imágenes

En los siguientes procedimientos se describe cómo hacer predicciones tanto individuales como por 
lotes para conjuntos de datos de imágenes. Puede utilizar los procedimientos para los siguientes 
tipos de eady-to-use modelos R: imágenes de detección de objetos y detección de texto en 
imágenes.

Predicciones únicas

Para realizar una predicción única para eady-to-use los modelos R que aceptan datos de imagen, 
haga lo siguiente:

1. En el panel de navegación izquierdo de la aplicación Canvas, elija eady-to-usemodelos R.

2. En la página de eady-to-use modelos R, elija el eady-to-use modelo R para su caso de uso. 
En el caso de los datos de imágenes, debe ser una de las siguientes opciones: Imágenes de 
detección de objetos o Detección de texto en imágenes.

3. En la página de predicciones de ejecución del eady-to-use modelo R que elija, elija Predicción 
única.

4. Elija Cargar imagen.

5. Se le solicitará que seleccione una imagen para cargarla desde su equipo local. Seleccione la 
imagen de sus archivos locales y, a continuación, se generarán los resultados de la predicción.

En Resultados de la predicción en el lado derecho verá un análisis de la imagen, además de una 
puntuación de Confianza para cada objeto o texto detectados. Por ejemplo, si elige la detección de 
objetos en las imágenes, recibirá una lista de los objetos de la imagen junto con una puntuación 
de confianza que indica la certeza que tiene el modelo sobre que cada objeto se ha detectado con 
precisión, por ejemplo, un 93 %.

En la siguiente captura de pantalla se muestran los resultados de una sola predicción con la solución 
de detección de objetos en imágenes, en la que el modelo predice objetos como una torre de reloj o 
un autobús con un 100 % de confianza.
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Predicciones por lotes

Para realizar predicciones por lotes para eady-to-use los modelos R que aceptan datos de imagen, 
haga lo siguiente:

1. En el panel de navegación izquierdo de la aplicación Canvas, elija eady-to-usemodelos R.

2. En la página de eady-to-use modelos R, elija el eady-to-use modelo R para su caso de uso. 
En el caso de los datos de imágenes, debe ser una de las siguientes opciones: Imágenes de 
detección de objetos o Detección de texto en imágenes.

3. En la página Ejecutar predicciones del eady-to-use modelo R que elija, elija Predicción por lotes.

4. Elija Seleccionar conjunto de datos si ya ha importado su conjunto de datos. Si no es así, 
seleccione Importar un nuevo conjunto de datos y, a continuación, se le guiará a lo largo del flujo 
de trabajo de importación de datos.

5. En la lista de conjuntos de datos disponibles, seleccione su conjunto de datos y elija Generar 
predicciones para obtener sus predicciones.

Cuando termine de ejecutarse el trabajo de predicción, en la página Ejecutar 
predicciones, verá un conjunto de datos de salida en la sección Predicciones. Este 
conjunto de datos contiene los resultados y, si selecciona el icono Más opciones

Usa eady-to-use modelos R 974



Amazon SageMaker Guía para desarrolladores

( ), 
puede seleccionar Ver resultados de predicción para ver una vista previa de los datos del resultado. 
A continuación, puede elegir Descargar la predicción y descargar los resultados en un archivo CSV o 
ZIP.

Predicciones para datos de documentos

En los siguientes procedimientos se describe cómo hacer predicciones tanto individuales como por 
lotes para conjuntos de datos de documentos. Puede utilizar los procedimientos para los siguientes 
tipos de eady-to-use modelos R: análisis de gastos, análisis de documentos de identidad y análisis 
de documentos.

Note

Para las consultas de documentos, actualmente solo se admiten predicciones únicas.

Predicciones únicas

Para realizar una predicción única para eady-to-use los modelos R que aceptan datos de 
documentos, haga lo siguiente:

1. En el panel de navegación izquierdo de la aplicación Canvas, elija eady-to-usemodelos R.

2. En la página de eady-to-use modelos R, elija el eady-to-use modelo R para su caso de uso. En 
el caso de los datos de documentos, debe ser uno de los siguientes: análisis de gastos, análisis 
de documentos de identidad o análisis de documentos.

3. En la página de predicciones de ejecución del eady-to-use modelo R que elija, elija Predicción 
única.

4. Si su eady-to-use modelo R es un análisis de documentos de identidad o un análisis de 
documentos, complete las siguientes acciones. Si está realizando un análisis de gastos o 
consultas de documentos, omita este paso y vaya al paso 5 o al paso 6, respectivamente.

a. Seleccione Cargar documento.

b. Se le solicitará que cargue un archivo PDF, JPG o PNG desde su equipo local. Seleccione 
el documento de sus archivos locales y, a continuación, se generarán los resultados de la 
predicción.

5. Si su eady-to-use modelo R es un análisis de gastos, haga lo siguiente:
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a. Seleccione Cargar factura o recibo.

b. Se le solicitará que cargue un archivo PDF, JPG, PNG o TIFF desde su equipo local. 
Seleccione el documento de sus archivos locales y, a continuación, se generarán los 
resultados de la predicción.

6. Si su eady-to-use modelo R consiste en consultas de documentos, haga lo siguiente:

a. Seleccione Cargar documento.

b. Se le solicitará que cargue un archivo PDF desde su equipo local. Seleccione el documento 
de sus archivos locales. El PDF debe tener entre 1 y 100 páginas.

Note

Si se encuentra en las regiones Asia-Pacífico (Seúl), Asia-Pacífico (Singapur), 
Asia-Pacífico (Sídney) o Europa (Fráncfort), el tamaño máximo del PDF para las 
consultas de documentos es de 20 páginas.

c. En el panel lateral derecho, introduzca consultas para buscar información en el documento. 
El número de caracteres que puede tener una sola consulta es de 1 a 200. Puede agregar 
hasta 15 consultas a la vez.

d. Seleccione Enviar consultas y, a continuación, se generarán los resultados con las 
respuestas a sus consultas. Se le facturará una vez por cada envío de consultas que 
realice.

En el panel derecho, en Resultados de la predicción, recibirá un análisis de su documento.

La siguiente información describe los resultados de cada tipo de solución:

• Para el análisis de gastos, los resultados se clasifican en Campos de resumen, que incluyen 
campos como el total de un recibo, y Campos de partidas, que incluyen campos como los 
elementos individuales de un recibo. Los campos identificados aparecen resaltados en la imagen 
del documento en el resultado.

• Para el análisis de los documentos de identidad, la salida muestra los campos que identificó el 
eady-to-use modelo R, como nombre y apellidos, dirección o fecha de nacimiento. Los campos 
identificados aparecen resaltados en la imagen del documento en el resultado.

• Para el análisis de documentos, los resultados se clasifican en texto sin formato, formularios,
tablas y firmas. El texto sin formato incluye todo el texto extraído, mientras que los formularios, las
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tablas y las firmas solo incluyen la información del formulario que pertenezca a esas categorías. 
Por ejemplo, las tablas solo incluyen la información extraída de las tablas del documento. Los 
campos identificados aparecen resaltados en la imagen del documento en el resultado.

• Para las consultas de documentos, Canvas devuelve las respuestas a cada una de sus consultas. 
Puede abrir el menú desplegable de consultas para ver un resultado, junto con la puntuación de 
confianza de la predicción. Si Canvas encuentra varias respuestas en el documento, es posible 
que aparezca más de un resultado para cada consulta.

La siguiente captura de pantalla muestra los resultados de una sola predicción utilizando la solución 
de análisis de documentos.

Predicciones por lotes

Para realizar predicciones por lotes para eady-to-use los modelos R que aceptan datos de 
documentos, haga lo siguiente:

1. En el panel de navegación izquierdo de la aplicación Canvas, elija eady-to-usemodelos R.

2. En la página de eady-to-use modelos R, elija el eady-to-use modelo R para su caso de uso. En 
el caso de los datos de imágenes, debe ser uno de los siguientes: análisis de gastos, análisis de 
documentos de identidad o análisis de documentos.

3. En la página Ejecutar predicciones del eady-to-use modelo R que elija, elija Predicción por lotes.
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4. Elija Seleccionar conjunto de datos si ya ha importado su conjunto de datos. Si no es así, 
seleccione Importar un nuevo conjunto de datos y, a continuación, se le guiará a lo largo del flujo 
de trabajo de importación de datos.

5. En la lista de conjuntos de datos disponibles, seleccione su conjunto de datos y elija Generar 
predicciones. Si su caso de uso es el análisis de documentos, continúe con el paso 6.

6. (Opcional) Si su caso de uso es el análisis de documentos, aparecerá otro cuadro de diálogo 
denominado Seleccione las características que desee incluir en la predicción por lotes. Puede 
seleccionar formularios, tablas y firmas para agrupar los resultados por esas características. A 
continuación, elija Generar predicciones.

Cuando termine de ejecutarse el trabajo de predicción, en la página Ejecutar 
predicciones, verá un conjunto de datos de salida en la sección Predicciones. Este 
conjunto de datos contiene los resultados y, si selecciona el icono Más opciones
( ), 
puede seleccionar Ver resultados de predicción para ver una vista previa de los datos del análisis de 
su documento.

La siguiente información describe los resultados de cada tipo de solución:

• Para el análisis de gastos, los resultados se clasifican en Campos de resumen, que incluyen 
campos como el total de un recibo, y Campos de partidas, que incluyen campos como los 
elementos individuales de un recibo. Los campos identificados aparecen resaltados en la imagen 
del documento en el resultado.

• Para el análisis de los documentos de identidad, la salida muestra los campos que identificó el 
eady-to-use modelo R, como nombre y apellidos, dirección o fecha de nacimiento. Los campos 
identificados aparecen resaltados en la imagen del documento en el resultado.

• Para el análisis de documentos, los resultados se clasifican en texto sin formato, formularios,
tablas y firmas. El texto sin formato incluye todo el texto extraído, mientras que los formularios, las
tablas y las firmas solo incluyen la información del formulario que pertenezca a esas categorías. 
Por ejemplo, las tablas solo incluyen la información extraída de las tablas del documento. Los 
campos identificados aparecen resaltados en la imagen del documento en el resultado.

Tras obtener una vista previa de los resultados, puede seleccionar Descargar la predicción y 
descargar los resultados como un archivo ZIP.
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Uso de modelos personalizados

Con Amazon SageMaker Canvas, puede crear un modelo personalizado que se entrene con sus 
datos. Al entrenar un modelo personalizado con sus datos, puede capturar las características y 
tendencias que son específicas y más representativas de sus datos. Por ejemplo, es posible que 
desee crear un modelo de previsión de series temporales personalizado que se entrene con los 
datos de inventario de su almacén y que le permita gestionar sus operaciones logísticas.

Puede entrenar un modelo personalizado de Canvas con los siguientes tipos de conjuntos de datos:

• Tabular (incluye datos numéricos, categóricos, de series temporales y de texto)

• Imagen

La siguiente tabla muestra los tipos de modelos personalizados que puede crear en Canvas, junto 
con los tipos de datos y los orígenes de datos compatibles

Tipo de modelo Ejemplo de caso de 
uso

Tipos de datos 
admitidos

Orígenes de datos 
admitidos

Predicción numérica Predicción de 
los precios de la 
vivienda en función de 
características como 
la superficie

Numérico Carga local, Amazon 
S3, conectores de 
SaaS

Predicción de 2 
categorías

Predecir si es 
probable que un 
cliente deje de confiar 
en su marca o no

Binario o categórico Carga local, Amazon 
S3, conectores de 
SaaS

Predicción de más de 
3 categorías

Predicción de los 
resultados de los 
pacientes tras ser 
dados de alta del 
hospital

Categórico Carga local, Amazon 
S3, conectores de 
SaaS
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Tipo de modelo Ejemplo de caso de 
uso

Tipos de datos 
admitidos

Orígenes de datos 
admitidos

Previsión de serie 
temporal

Predicción de su 
inventario para el 
próximo trimestre

Serie temporal Carga local, Amazon 
S3, conectores de 
SaaS

Predicción de 
imágenes de etiqueta 
única

Predicción de los 
tipos de defectos 
de fabricación en 
imágenes

Imagen (JPG, PNG) Carga local, Amazon 
S3

Predicción de texto 
multicategoría

Predicción de 
categorías de 
productos, como ropa, 
artículos electrónicos 
o artículos para el 
hogar, en función de 
las descripciones de 
los productos

Columna de origen: 
texto

Columna de destino: 
binaria o categórica

Carga local, Amazon 
S3

Introducción

Para empezar a crear y generar predicciones a partir de un modelo personalizado, haga lo siguiente:

• Determine su caso de uso y el tipo de modelo que quiera crear. Para obtener más información 
acerca de los tipos de modelos personalizados, consulte Creación de un modelo personalizado. 
Para obtener más información sobre los tipos de datos y orígenes compatibles con los modelos 
personalizados, consulte Importación de datos a Canvas..

• Importe sus datos a Canvas. Puede crear un modelo personalizado con cualquier conjunto 
de datos tabular o de imágenes que cumpla con los requisitos de entrada. Para obtener más 
información acerca de los requisitos de entrada, consulte Creación de un conjunto de datos.

Para obtener más información sobre los conjuntos SageMaker de datos de muestra 
proporcionados con los que puede experimentar, consulte Usar conjuntos de datos de muestra.
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• Cree de su modelo personalizado. Puede realizar una Compilación rápida para obtener su modelo 
y empezar a hacer predicciones con mayor rapidez, o puede realizar una Compilación estándar
para obtener una mayor precisión.

Para los tipos de modelos de previsión numéricos, categóricos y de series temporales, puede 
limpiar y preparar los datos con características como las transformaciones avanzadas y las
uniones. En el caso de los modelos de predicción de imágenes, puede Edición de un conjunto 
de datos de imágenes para actualizar las etiquetas o agregar y eliminar imágenes. Tenga en 
cuenta que no puede utilizar estas características para modelos de predicción de texto de varias 
categorías.

• Evalúe el rendimiento del modelo y determine en qué medida podría funcionar con datos del 
mundo real.

• (Opcional) Para algunos tipos de modelos, puede colaborar con científicos de datos en Amazon 
SageMaker Studio Classic, quienes pueden ayudarlo a revisar y mejorar su modelo.

• Realice predicciones únicas o por lotes con su modelo.

Note

Si ya tiene un modelo entrenado en Amazon SageMaker Studio Classic que le gustaría 
compartir con Canvas, puede traer su propio modelo a SageMaker Canvas. Revise los
requisitos previos de BYOM para determinar si su modelo es apto para compartirlo.

Creación de un modelo personalizado

Utilice Amazon SageMaker Canvas para crear un modelo personalizado en el conjunto de datos 
que ha importado. Utilice el modelo que ha creado para hacer predicciones a partir de nuevos datos. 
SageMaker Canvas usa la información del conjunto de datos para crear hasta 250 modelos y elegir 
el que tenga el mejor rendimiento.

Al empezar a crear un modelo, Canvas recomienda automáticamente uno o más tipos de modelos. 
Los tipos de modelos se dividen en las siguientes categorías:

• Predicción numérica: esto se conoce como regresión en el machine learning. Utilice el tipo de 
modelo de predicción numérica cuando desee realizar predicciones para datos numéricos. Por 
ejemplo, es posible que desee predecir el precio de las casas en función de características como 
la superficie de la casa.
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• Predicción categórica: esto se conoce como clasificación en el machine learning. Cuando desee 
clasificar los datos en grupos, utilice los tipos de modelos de predicción categórica:

• Predicción de 2 categorías: utilice el tipo de modelo de predicción de 2 categorías (también 
conocido como clasificación binaria en el machine learning) cuando tenga dos categorías que 
desee predecir para sus datos. Por ejemplo, es posible que desee determinar si es probable que 
un cliente se dé de baja.

• Predicción de 3 categorías o más: utilice el tipo de modelo de predicción de 3 categorías o 
más (también conocido como clasificación multiclase en el machine learning) cuando desee 
predecir tres o más categorías a partir de sus datos. Por ejemplo, es posible que desee predecir 
el estado del préstamo de un cliente en función de características como los pagos anteriores.

• Previsión de series temporales: utilice previsiones de series temporales cuando desee realizar 
predicciones durante un período de tiempo. Por ejemplo, es posible que desee predecir la cantidad 
de artículos que venderá en el próximo trimestre. Para obtener información sobre las previsiones 
de series temporales, consulte Pronósticos de series temporales en Amazon SageMaker Canvas.

• Predicción de imágenes: utilice el tipo de modelo de predicción de imágenes de etiqueta única 
(también conocido como clasificación de imágenes de etiqueta única en el machine learning) 
cuando desee asignar etiquetas a las imágenes. Por ejemplo, es posible que desee clasificar 
diferentes tipos de defectos de fabricación en las imágenes de su producto.

• Predicción de texto: utilice el tipo de modelo de predicción de texto multicategoría (también 
conocido como clasificación de texto multiclase en el machine learning) cuando desee asignar 
etiquetas a pasajes de texto. Por ejemplo, es posible que tenga un conjunto de datos de reseñas 
de clientes sobre un producto y quiera determinar si a los clientes les gustó o no el producto. 
Puede hacer que su modelo prediga si un pasaje de texto determinado es Positive, Negative o
Neutral.

Para ver una tabla de los tipos de datos de entrada admitidos para cada tipo de modelo, consulte
Uso de modelos personalizados.

Para cada modelo de datos tabulares que cree (que incluye modelos numéricos, categóricos, de 
previsión de series temporales y de predicción de texto), debe elegir la Columna de destino. La
Columna de destino es la columna que contiene la información que quiera predecir. Por ejemplo, si 
está creando un modelo para predecir si las personas han cancelado sus suscripciones, la Columna 
de destino contiene puntos de datos que indican yes o no en relación con el estado de cancelación 
de una persona.
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En el caso de los modelos de predicción de imágenes, se crea el modelo con un conjunto de 
datos de imágenes a las que se les han asignado etiquetas. Para las imágenes sin etiquetas que 
proporcione, el modelo predice una etiqueta. Por ejemplo, si está creando un modelo para predecir si 
una imagen es de un gato o un perro, debe proporcionar imágenes etiquetadas como gatos o perros 
al crear el modelo. A continuación, el modelo puede aceptar imágenes sin etiquetar y predecirlas 
como gatos o perros.

Qué ocurre cuando se crea un modelo

Para crear su modelo, puede elegir entre una compilación rápida o una compilación estándar. 
La compilación rápida tiene un tiempo de compilación más corto, pero la compilación estándar
generalmente tiene una precisión mayor. La siguiente tabla describe los tiempos de compilación 
promedio de cada modelo y tipo de compilación, junto con la cantidad mínima y máxima de puntos 
de datos que debe tener para cada tipo de compilación.

Límite Predicción 
numérica y 
categórica

Previsión de 
serie temporal

Predicción de 
imágenes

Predicción de 
texto

Tiempo de 
compilación 
rápida

De 2 a 20 
minutos

De 2 a 20 
minutos

De 3 a 15 
minutos

De 3 a 15 
minutos

Tiempo de 
compilación 
estándar

De 2 a 4 horas De 2 a 4 horas De 2 a 5 horas De 2 a 5 horas

Número máximo 
de entradas (filas 
o imágenes) 
para las 
compilaciones 
rápidas

50 000 50 000 5000 7500

Si cierra sesión mientras ejecuta una compilación rápida, es posible que la compilación se interrumpa 
hasta que vuelva a iniciar sesión. Cuando vuelva a iniciar sesión, Canvas reanudará la compilación 
rápida.
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Canvas predice los valores utilizando la información del resto del conjunto de datos, según el tipo de 
modelo:

• Para la predicción categórica, Canvas coloca cada fila en una de las categorías enumeradas en la
Columna de destino.

• Para la predicción numérica, Canvas utiliza la información del conjunto de datos para predecir los 
valores numéricos de la Columna de destino.

• Para la previsión de series temporales, Canvas utiliza datos históricos para predecir los valores de 
la Columna de destino en el futuro.

• Para la predicción de imágenes, Canvas utiliza imágenes a las que se les han asignado etiquetas 
para predecir las etiquetas de las imágenes sin etiquetar.

• Para la predicción de texto, Canvas analiza los datos de texto a los que se les han asignado 
etiquetas para predecir las etiquetas de los pasajes de texto sin etiquetar.

Características adicionales que le ayudarán a crear su modelo

Note

Las siguientes características están disponibles para los modelos de predicción numérica y 
categórica y de previsión de series temporales.

Antes de crear el modelo, puede filtrar los datos o prepararlos mediante transformaciones 
avanzadas. Para obtener más información sobre cómo preparar los datos para la creación de 
modelos, consultePreparación de los datos con transformaciones avanzadas.

También puede utilizar la visualización y el análisis para explorar los datos y determinar qué 
características es mejor incluir en el modelo. Para obtener información, consulte Exploración y 
análisis de sus datos.

Para obtener más información sobre características adicionales, como la vista previa del modelo, la 
validación del conjunto de datos y el cambio del tamaño de la muestra aleatoria utilizada para crear 
el modelo, consulte Vista previa del modelo.

En el caso de los conjuntos de datos tabulares con varias columnas (como los conjuntos de datos 
para crear tipos de modelos de previsión categóricos, numéricos o de series temporales), es 
posible que tenga filas en las que falten puntos de datos. Mientras Canvas crea el modelo, agrega 
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automáticamente los valores faltantes. Canvas usa los valores de su conjunto de datos para realizar 
una aproximación matemática de los valores faltantes. Para obtener la máxima precisión del modelo, 
le recomendamos agregar los datos que faltan si puede encontrarlos. Tenga en cuenta que la 
característica de datos faltantes no es compatible con los modelos de predicción de texto o de 
imagen.

Introducción

Para empezar a compilar un modelo personalizado, consulte Creación de un modelo y siga el 
procedimiento correspondiente al tipo de modelo que desee crear.

Creación de un modelo

En las secciones siguientes se muestra cómo crear un modelo para cada uno de los principales tipos 
de modelos personalizados.

• Para crear modelos de predicción numérica, predicción de 2 categorías o de 3 categorías o más, 
consulte Creación de un modelo de predicción numérica o categórica personalizado.

• Para crear modelos de predicción de imágenes de etiqueta única, consulte Creación de un modelo 
de predicción de imágenes personalizado.

• Para crear modelos de predicción de texto de varias categorías, consulte Creación de un modelo 
de predicción de texto personalizado.

• Para crear modelos de previsión de series temporales, consulteCree un modelo de previsión de 
series temporales.

Note

Si encuentra un error durante el análisis posterior a la creación que le indique que debe 
aumentar la cuota de instancias ml.m5.2xlarge, consulte Solicitar un aumento de cuota.

Creación de un modelo de predicción numérica o categórica personalizado

Los modelos de predicción numérica y categórica admiten compilaciones rápidas y compilaciones 
estándar.

Para crear un modelo de predicción numérica o categórica, utilice el siguiente procedimiento:

1. Abra la aplicación SageMaker Canvas.
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2. En el panel de navegación izquierdo, elija Mis modelos.

3. Elija Nuevo modelo.

4. En el cuadro de diálogo Crear nuevo modelo haga lo siguiente:

a. Escriba un nombre en el campo Nombre de modelo.

b. Seleccione el tipo de problema de Análisis predictivo.

c. Seleccione Crear.

5. En Seleccionar conjunto de datos, seleccione su conjunto de datos de la lista de conjuntos 
de datos. Si aún no ha importado sus datos, elija Importar para seguir el flujo de trabajo de 
importación de datos.

6. Cuando tenga todo listo para comenzar a crear el modelo, elija Seleccionar conjunto de datos.

7. En la pestaña Compilación, en la lista desplegable de la Columna de destino, seleccione el 
objetivo del modelo que desee predecir.

8. En Tipo de modelo, Canvas detecta automáticamente el tipo de problema. Si desea cambiar el 
tipo o configurar los ajustes avanzados del modelo, elija Configurar modelo.

Cuando se abra el cuadro de diálogo Configurar modelo, haga lo siguiente:

a. En Tipo de modelo, elija el tipo de modelo que desee construir.

b. Después de elegir el tipo de modelo, hay ajustes avanzados adicionales. Para obtener más 
información sobre cada uno de los ajustes avanzados, consulteConfiguraciones avanzadas 
de creación de modelos. Para configurar los ajustes avanzados, haga lo siguiente:

i. (Opcional) En el menú desplegable Métrica objetiva, seleccione la métrica que desee 
que Canvas optimice al crear su modelo. Si no selecciona una métrica, Canvas 
elegirá una por defecto. Para obtener una descripción de las métricas disponibles, 
consulteReferencia de métricas.

ii. Para el método de entrenamiento, elija el modo de optimización automática, de
conjunto o de hiperparámetros (HPO).

iii. En el caso de los algoritmos, seleccione los algoritmos que desee incluir para los 
candidatos a modelos de construcción.

iv. Para la división de datos, especifique en porcentajes cómo desea dividir los datos entre 
el conjunto de entrenamiento y el conjunto de validación. El conjunto de entrenamiento 
se usa para construir el modelo, mientras que el conjunto de validación se usa para 
probar la precisión de los modelos candidatos.
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v. Para obtener el número máximo de candidatos y el tiempo de ejecución, haga lo 
siguiente:

A. Establezca el valor máximo de candidatos o el número máximo de candidatos de 
modelo que Canvas puede generar. Tenga en cuenta que el número máximo de 
candidatos solo está disponible en el modo HPO.

B. Establezca los valores de horas y minutos para el tiempo máximo de ejecución 
del trabajo o la cantidad máxima de tiempo que Canvas puede dedicar a crear 
su modelo. Transcurrido el tiempo máximo, Canvas deja de crear y selecciona el 
mejor modelo candidato.

c. Tras configurar los ajustes avanzados, elija Guardar.

9. Seleccione o deseleccione las columnas de sus datos para incluirlas o eliminarlas de la 
compilación.

Note

Si realiza predicciones por lotes con su modelo después de crearlo, Canvas agrega 
columnas eliminadas a los resultados de sus predicciones. Sin embargo, Canvas no 
agrega las columnas eliminadas a sus predicciones por lotes para los modelos de series 
temporales.

10. (Opcional) Utilice las herramientas de visualización y análisis que proporciona Canvas para 
visualizar sus datos y determinar qué características podría querer incluir en su modelo. Para 
obtener información, consulte Exploración y análisis de sus datos.

11. (Opcional) Utilice las transformaciones de datos para limpiar, transformar y preparar los datos 
para la creación de modelos. Para obtener más información, consulte Preparación de los datos 
con transformaciones avanzadas. Para ver y eliminar las transformaciones, seleccione Receta 
de modelo para abrir el panel lateral Receta de modelo.

12. (Opcional) Para ver características adicionales, como obtener una vista previa de la precisión del 
modelo, validar el conjunto de datos y cambiar el tamaño de la muestra aleatoria que Canvas 
toma del conjunto de datos, consulte Vista previa del modelo.

13. Tras revisar los datos y realizar cualquier cambio en el conjunto de datos, elija Compilación 
rápida o Compilación estándar para empezar a crear el modelo. La siguiente captura de pantalla 
muestra la página de Compilación y las opciones de compilación rápida y compilación estándar.
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Cuando el modelo comience la compilación, puede salir de la página. Cuando el modelo aparezca 
como Listo en la página Mis modelos, estará listo para el análisis y las predicciones.

Creación de un modelo de predicción de imágenes personalizado

Los modelos de predicción de imágenes de etiqueta única admiten compilaciones rápidas y
compilaciones estándar.

Para crear un modelo de predicción de imágenes de etiqueta única, utilice el siguiente procedimiento:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. Elija Nuevo modelo.

4. En el cuadro de diálogo Crear nuevo modelo haga lo siguiente:

a. Escriba un nombre en el campo Nombre de modelo.

b. Seleccione el tipo de problema de Análisis de imágenes.

c. Seleccione Crear.
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5. En Seleccionar conjunto de datos, seleccione su conjunto de datos de la lista de conjuntos 
de datos. Si aún no ha importado sus datos, elija Importar para seguir el flujo de trabajo de 
importación de datos.

6. Cuando tenga todo listo para comenzar a crear el modelo, elija Seleccionar conjunto de datos.

7. En la pestaña Crear, verá la Distribución de etiquetas de las imágenes de su conjunto de datos. 
El Tipo de modelo está configurado como Predicción de imágenes de etiqueta única.

8. En esta página, puede obtener una vista previa de las imágenes y editar el conjunto de datos. Si 
tiene alguna imagen sin etiquetar, seleccione Editar conjunto de datos y Asignación de etiquetas 
a las imágenes sin etiquetar. También puede realizar otras tareas al mismo tiempo que realiza la 
acción Edición de un conjunto de datos de imágenes, como cambiar el nombre de las etiquetas y 
agregar imágenes al conjunto de datos.

9. Tras revisar los datos y realizar cualquier cambio en el conjunto de datos, elija Compilación 
rápida o Compilación estándar para empezar a crear el modelo. La siguiente captura de pantalla 
muestra la página de Compilación de un modelo de predicción de imágenes que está listo para 
ser creado.

Cuando el modelo comience la compilación, puede salir de la página. Cuando el modelo aparezca 
como Listo en la página Mis modelos, estará listo para el análisis y las predicciones.
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Creación de un modelo de predicción de texto personalizado

Los modelos de predicción de texto multicategoría admiten compilaciones rápidas y compilaciones 
estándar.

Para crear un modelo de predicción de texto, utilice el siguiente procedimiento:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. Elija Nuevo modelo.

4. En el cuadro de diálogo Crear nuevo modelo haga lo siguiente:

a. Escriba un nombre en el campo Nombre de modelo.

b. Seleccione el tipo de problema de Análisis de texto.

c. Seleccione Crear.

5. En Seleccionar conjunto de datos, seleccione su conjunto de datos de la lista de conjuntos 
de datos. Si aún no ha importado sus datos, elija Importar para seguir el flujo de trabajo de 
importación de datos.

6. Cuando tenga todo listo para comenzar a crear el modelo, elija Seleccionar conjunto de datos.

7. En la pestaña Compilación, en la lista desplegable de la Columna de destino, seleccione el 
objetivo del modelo que desee predecir. La columna de destino debe tener un tipo de datos 
binario o categórico y debe haber al menos 25 entradas (o filas de datos) para cada etiqueta 
única de la columna de destino.

8. Para el Tipo de modelo, confirme que el tipo de modelo se establece automáticamente en
Predicción de texto multicategoría.

9. Para la columna de entrenamiento, seleccione la columna de origen de datos de texto. Esta 
debe ser la columna que contenga el texto que quiera analizar.

10. Elija Compilación rápida o Compilación estándar para empezar a construir el modelo. La 
siguiente captura de pantalla muestra la página de Compilación de un modelo de predicción de 
texto que está listo para ser creado.
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Cuando el modelo comience la compilación, puede salir de la página. Cuando el modelo aparezca 
como Listo en la página Mis modelos, estará listo para el análisis y las predicciones.

Cree un modelo de previsión de series temporales

Los modelos de previsión de series temporales admiten compilaciones rápidas y compilaciones
estándar.

Para crear un modelo de previsión de series temporales, utilice el siguiente procedimiento:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. Elija Nuevo modelo.

4. En el cuadro de diálogo Crear nuevo modelo haga lo siguiente:

a. Escriba un nombre en el campo Nombre de modelo.

b. Seleccione el tipo de problema de previsión de series temporales.

c. Seleccione Crear.

5. En Seleccionar conjunto de datos, seleccione su conjunto de datos de la lista de conjuntos 
de datos. Si aún no ha importado sus datos, elija Importar para seguir el flujo de trabajo de 
importación de datos.
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6. Cuando tenga todo listo para comenzar a crear el modelo, elija Seleccionar conjunto de datos.

7. En la pestaña Compilación, en la lista desplegable de la Columna de destino, seleccione el 
objetivo del modelo que desee predecir.

8. En Tipo de modelo, Canvas detecta automáticamente el tipo de problema. Si desea cambiar el 
tipo o configurar los ajustes avanzados del modelo, elija Configurar modelo.

Cuando se abra el cuadro de diálogo Configurar modelo, haga lo siguiente:

a. En Tipo de modelo, elija el tipo de modelo que desee construir.

b. Para la configuración de series temporales, especifique los siguientes valores:

i. En el menú desplegable de columnas de ID de elemento, elija una columna del 
conjunto de datos que identifique de forma única cada fila.

ii. (Opcional) En el menú desplegable de columnas de grupo, elige una columna 
categórica que quieras usar para agrupar los valores de tus pronósticos.

iii. En el menú desplegable de columnas de fecha y hora, selecciona la columna con 
marcas de tiempo (en formato de fecha y hora). Para obtener más información sobre 
los formatos de fecha y hora aceptados, consulte. Pronósticos de series temporales en 
Amazon SageMaker Canvas

iv. En el campo Longitud del pronóstico, introduzca el período de tiempo para el que desea 
pronosticar los valores.

v. (Opcional) Active la opción Usar calendario de días festivos para seleccionar un 
calendario de días festivos de varios países.

vi. Seleccione Guardar.

c. Después de configurar los ajustes de las series temporales, hay ajustes avanzados
adicionales. Para obtener más información sobre cada uno de los ajustes avanzados, 
consulteConfiguraciones avanzadas de creación de modelos. Para configurar los ajustes 
avanzados, haga lo siguiente:

i. (Opcional) En el menú desplegable Métrica objetiva, seleccione la métrica que desee 
que Canvas optimice al crear su modelo. Si no selecciona una métrica, Canvas 
elegirá una por defecto. Para obtener una descripción de las métricas disponibles, 
consulteReferencia de métricas.

ii. En el caso de los cuantiles de Forecast, introduzca hasta 5 valores de cuantiles 
separados por comas para especificar los límites superior e inferior de la previsión.

iii. En Forecast frequency, especifique lo siguiente:
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A. En Frecuencia, introduzca una unidad y un valor para especificar la frecuencia de 
los valores pronosticados.

B. Para la agregación, seleccione un método de agregación para determinar la forma 
en que Canvas maneja los datos que no se ajustan a la frecuencia.

iv. Para el tiempo máximo de ejecución del trabajo, establezca valores de horas y minutos 
para el tiempo máximo que Canvas puede dedicar a crear su modelo. Transcurrido el 
tiempo máximo, Canvas deja de crear y selecciona el mejor modelo candidato.

d. Tras configurar los ajustes avanzados, elija Guardar.

9. Seleccione o deseleccione las columnas de sus datos para incluirlas o eliminarlas de la 
compilación.

Note

Si realiza predicciones por lotes con su modelo después de crearlo, Canvas agrega 
columnas eliminadas a los resultados de sus predicciones. Sin embargo, Canvas no 
agrega las columnas eliminadas a sus predicciones por lotes para los modelos de series 
temporales.

10. (Opcional) Utilice las herramientas de visualización y análisis que proporciona Canvas para 
visualizar sus datos y determinar qué características podría querer incluir en su modelo. Para 
obtener información, consulte Exploración y análisis de sus datos.

11. (Opcional) Utilice las transformaciones de datos para limpiar, transformar y preparar los datos 
para la creación de modelos. Para obtener más información, consulte Preparación de los datos 
con transformaciones avanzadas. Para ver y eliminar las transformaciones, seleccione Receta 
de modelo para abrir el panel lateral Receta de modelo.

12. (Opcional) Para ver características adicionales, como obtener una vista previa de la precisión del 
modelo, validar el conjunto de datos y cambiar el tamaño de la muestra aleatoria que Canvas 
toma del conjunto de datos, consulte Vista previa del modelo.

13. Tras revisar los datos y realizar cualquier cambio en el conjunto de datos, elija Compilación 
rápida o Compilación estándar para empezar a crear el modelo.

Cuando el modelo comience la compilación, puede salir de la página. Cuando el modelo aparezca 
como Listo en la página Mis modelos, estará listo para el análisis y las predicciones.
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Configuraciones avanzadas de creación de modelos

Amazon SageMaker Canvas admite varios ajustes avanzados que puede configurar al crear un 
modelo. En la siguiente página se enumeran todos los ajustes avanzados junto con información 
adicional sobre sus opciones y configuraciones.

Note

Actualmente, las siguientes configuraciones avanzadas solo se admiten para los tipos de 
modelos de previsión numéricos, categóricos y de series temporales.

Configuración avanzada del modelo de predicción numérica y categórica

Canvas admite las siguientes configuraciones avanzadas para los tipos de modelos de predicción 
numérica y categórica.

Métrica objetiva

La métrica objetivo es la métrica que desea que Canvas optimice al crear su modelo. Si no 
selecciona una métrica, Canvas elegirá una por defecto. Para obtener descripciones de las métricas 
disponibles, consulte laReferencia de métricas.

Método de entrenamiento

Canvas puede seleccionar automáticamente el método de entrenamiento en función del tamaño del 
conjunto de datos, o puede seleccionarlo manualmente. Puede elegir entre los siguientes métodos 
de entrenamiento:

• Ensamblaje: SageMaker aprovecha la AutoGluon biblioteca para entrenar varios modelos básicos. 
Para encontrar la mejor combinación para su conjunto de datos, el modo conjunto ejecuta de 5 a 
10 ensayos con diferentes ajustes de modelo y metacametámetro. A continuación, estos modelos 
se combinan mediante un método de apilamiento por conjuntos para crear un modelo predictivo 
óptimo. Para obtener una lista de los algoritmos compatibles con el modo de conjunto para datos 
tabulares, consulte la siguiente Algoritmos sección.

• Optimización de hiperparámetros (HPO): SageMaker busca la mejor versión de un modelo 
ajustando los hiperparámetros mediante la optimización bayesiana o la optimización de 
multifidelidad mientras ejecuta tareas de entrenamiento en el conjunto de datos. El modo HPO 
selecciona los algoritmos que son más relevantes para el conjunto de datos y selecciona el mejor 
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rango de hiperparámetros para ajustar los modelos. Para ajustar sus modelos, el modo HPO 
ejecuta hasta 100 pruebas (predeterminado) para encontrar la configuración de hiperparámetros 
óptima dentro del rango seleccionado. Si el tamaño del conjunto de datos es inferior a 100 MB, 
utiliza la optimización bayesiana. SageMaker SageMaker elige la optimización de multifidelidad si 
el conjunto de datos tiene más de 100 MB.

Para obtener una lista de los algoritmos compatibles con el modo HPO para datos tabulares, 
consulte la siguiente sección. Algoritmos

• Automático: elige SageMaker automáticamente el modo de ensamblaje o el modo HPO en función 
del tamaño del conjunto de datos. Si el conjunto de datos ocupa más de 100 MB, SageMaker elige 
el modo HPO. De lo contrario, elige el modo de ensamblaje.

Algoritmos

En el modo de ensamblaje, Canvas admite los siguientes algoritmos de aprendizaje automático:

• LightGBM: un marco optimizado que utiliza algoritmos basados en árboles con potenciación por 
gradiente. Este algoritmo utiliza árboles que crecen en amplitud, en lugar de en profundidad, y está 
altamente optimizado para la velocidad.

• CatBoost— Un marco que utiliza algoritmos basados en árboles con aumento de gradiente. 
Optimizado para la gestión de variables categóricas.

• XGBoost: un marco que utiliza algoritmos basados en árboles con potenciación por gradiente que 
aumenta en profundidad, en lugar de amplitud.

• Random Forest: algoritmo basado en árboles que utiliza varios árboles de decisión en 
submuestras aleatorias de los datos y las reemplaza. Los árboles se dividen en nodos óptimos 
en cada nivel. Las decisiones de cada árbol se promedian para evitar el sobreajuste y mejorar las 
predicciones.

• Extra Trees: un algoritmo basado en árboles que utiliza varios árboles de decisión en todo el 
conjunto de datos. Los árboles se dividen aleatoriamente en cada nivel. Las decisiones de cada 
árbol se promedian para evitar el sobreajuste y mejorar las predicciones. Extra Trees añade un 
grado de asignación al azar en comparación con el algoritmo Random Forest.

• Linear Models: un marco que utiliza una ecuación lineal para modelar la relación entre dos 
variables en los datos observados.

• Neural network torch: un modelo de red neuronal que se implementa con Pytorch.

• Neural network fast.ai: un modelo de red neuronal que se implementa con fast.ai.
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En el modo HPO, Canvas admite los siguientes algoritmos de aprendizaje automático:

• XGBoost: un algoritmo de aprendizaje supervisado que intenta predecir de forma apropiada una 
variable objetivo mediante la combinación de un conjunto de estimaciones a partir de un conjunto 
de modelos más simples y más débiles.

• Algoritmo de aprendizaje profundo: un perceptrón multicapa (MLP) y una red neuronal artificial de 
retroalimentación. Este algoritmo puede procesar datos que no se pueden separar linealmente.

División de datos

Tiene la opción de especificar cómo quiere dividir el conjunto de datos entre el conjunto de 
entrenamiento (la parte del conjunto de datos que se utiliza para crear el modelo) y el conjunto de 
validación (la parte del conjunto de datos que se utiliza para verificar la precisión del modelo). Por 
ejemplo, una proporción de división común es del 80% de entrenamiento y el 20% de validación, 
donde el 80% de los datos se utilizan para crear el modelo y el 20% se guarda para medir el 
rendimiento del modelo. Si no especifica una proporción personalizada, Canvas divide el conjunto de 
datos automáticamente.

Número máximo de candidatos

Note

Esta función solo está disponible en el modo de formación HPO.

Puede especificar el número máximo de modelos candidatos que Canvas generará al crear su 
modelo. Le recomendamos que utilice el número predeterminado de candidatos, que es 100, para 
crear los modelos más precisos. El número máximo que puede especificar es 250. Disminuir el 
número de modelos candidatos puede afectar a la precisión de su modelo.

Máximo tiempo de ejecución del trabajo

Puede especificar el tiempo máximo de ejecución del trabajo o el tiempo máximo que Canvas dedica 
a crear su modelo. Una vez transcurrido el límite de tiempo, Canvas deja de crear y selecciona el 
mejor modelo candidato.

El tiempo máximo que puede especificar es de 720 horas. Le recomendamos encarecidamente que 
mantenga el tiempo máximo de ejecución del trabajo en más de 30 minutos para garantizar que 
Canvas tenga tiempo suficiente para generar modelos candidatos y terminar de crear su modelo.
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Configuración avanzada del modelo de previsión de series temporales

Para los modelos de previsión de series temporales, Canvas admite las siguientes métricas 
enumeradas en la sección anterior:

• Métrica objetiva

• Algoritmos

• Tiempo máximo de ejecución del trabajo

Los modelos de previsión de series temporales también admiten las siguientes configuraciones 
avanzadas:

Agregación

Si establece una frecuencia de previsión inferior a la frecuencia de los datos registrados, Canvas 
agrega todos los puntos de datos que no coincidan con la nueva frecuencia. Por ejemplo, si tiene 
puntos de datos diarios pero desea hacer un pronóstico semanal, puede establecer la frecuencia en 
semanal y, a continuación, Canvas combinará todos los puntos de datos diarios de cada semana 
en un solo registro. La agregación solo se admite en la columna de destino y los valores de las 
columnas deben estar en formato de fecha y hora.

El método de agregación predeterminado se basa en sum los valores de los puntos de datos 
agregados, pero también puede establecer el método de agregación de la siguiente manera:

• avg— Canvas establece el valor del registro en el promedio de todos los puntos de datos 
agregados.

• first— Canvas establece el valor del registro en el primer valor de los puntos de datos 
agregados.

• min— Canvas establece el valor del registro en el valor mínimo encontrado en los puntos de datos 
agregados.

• max— Canvas establece el valor del registro en el valor máximo encontrado en los puntos de 
datos agregados.

Cuantiles de pronóstico

Para la previsión de series temporales, SageMaker entrena a 6 candidatos modelo con su serie 
temporal objetivo. A continuación, SageMaker combina estos modelos mediante un método de 
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apilamiento por conjuntos para crear un modelo de pronóstico óptimo para una métrica objetivo 
determinada. Cada modelo de pronóstico genera un pronóstico probabilístico al producir pronósticos 
en cuantiles entre P1 y P99. Estos cuantiles se utilizan para contabilizar la incertidumbre de las 
previsiones. De forma predeterminada, las previsiones se generan para 0.1 (p10), 0.5 () y 0.9 (p50).
p90 Puede elegir especificar hasta cinco cuantiles propios, entre 0.01 (p1) y 0.99 (), con incrementos 
de 0.01 (p99) o más.

Vista previa del modelo

Note

Las siguientes funcionalidades solo están disponibles para los modelos personalizados 
creados con conjuntos de datos tabulares. También se excluyen los modelos de predicción 
de texto de varias categorías.

SageMaker Canvas le proporciona herramientas para obtener una vista previa del modelo y validar 
los datos antes de empezar a crear. Las siguientes funcionalidades incluyen la vista previa de la 
precisión del modelo, la validación del conjunto de datos para evitar problemas al crear el modelo y el 
cambio del tamaño de la muestra aleatoria del modelo.

Vista previa de un modelo

Con Amazon SageMaker Canvas, puede obtener información a partir de sus datos antes de crear 
un modelo si elige Vista previa del modelo. Por ejemplo, puede ver cómo se distribuyen los datos 
de cada columna. En el caso de los modelos creados con datos categóricos, también puede elegir
Vista previa del modelo para generar una predicción de Precisión estimada de la eficacia con la 
que el modelo podría analizar los datos. La precisión de una Compilación rápida o una Compilación 
estándar representa el rendimiento del modelo con datos reales y, por lo general, es superior a la
Precisión estimada.

Amazon SageMaker Canvas gestiona automáticamente los valores que faltan en el conjunto de 
datos mientras crea el modelo. Infiere los valores faltantes mediante el uso de valores adyacentes 
que están presentes en el conjunto de datos.
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Validación de los datos

Antes de crear el modelo, SageMaker Canvas comprueba el conjunto de datos para detectar 
problemas que puedan provocar un error en la compilación. Si SageMaker Canvas encuentra algún 
problema, te avisará en la página de compilación antes de que intentes crear un modelo.

Puede elegir Validar datos para ver una lista de los problemas de su conjunto de datos. Luego, 
puede usar las funciones de preparación de datos de SageMaker Canvas, o sus propias 
herramientas, para corregir su conjunto de datos antes de comenzar una compilación. Si no 
soluciona los problemas del conjunto de datos, la compilación fallará.

Si realiza cambios en su conjunto de datos para solucionar los problemas, tendrá la opción de volver 
a validarlo antes de intentar compilarlo. Se recomienda volver a validar el conjunto de datos antes de 
compilarlo.

La siguiente tabla muestra los problemas que SageMaker Canvas comprueba en su conjunto de 
datos y cómo resolverlos.

Problema Resolución

El tipo de modelo de sus datos es incorrecto Pruebe con otro tipo de modelo o utilice un 
conjunto de datos diferente.
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Problema Resolución

Faltan valores en la columna de destino Reemplace los valores faltantes, elimine filas 
con valores faltantes o use un conjunto de 
datos diferente.

Hay demasiadas etiquetas únicas en la 
columna de destino

Compruebe que ha utilizado la columna 
correcta para la columna de destino o utilice un 
conjunto de datos diferente.

Hay demasiados valores no numéricos en la 
columna de destino

Elija una columna de destino diferente, 
seleccione otro tipo de modelo o utilice un 
conjunto de datos diferente.

Los nombres de una o más columnas 
contienen guiones bajos dobles

Cambie el nombre de las columnas para 
eliminar los guiones bajos dobles e inténtelo de 
nuevo.

Ninguna de las filas del conjunto de datos está 
completa

Reemplace los valores faltantes o use un 
conjunto de datos diferente.

Demasiadas etiquetas únicas para el número 
de filas de los datos

Compruebe que esté usando la columna de 
destino correcta, aumente el número de filas 
de su conjunto de datos, consolide etiquetas 
similares o use un conjunto de datos diferente.

Muestra aleatoria

SageMaker Canvas utiliza el método de muestreo aleatorio para muestrear su conjunto de datos. El 
método de muestreo aleatorio significa que cada fila tiene la misma probabilidad de ser seleccionada 
para la muestra. Puede elegir una columna en la vista previa para obtener un resumen de las 
estadísticas de la muestra aleatoria, como la media y la moda.

De forma predeterminada, SageMaker Canvas usa un tamaño de muestra aleatorio de 20 000 filas 
de su conjunto de datos para conjuntos de datos con más de 20 000 filas. Para conjuntos de datos 
de menos de 20 000 filas, el tamaño de muestra predeterminado es el número de filas del conjunto 
de datos. Puede aumentar o disminuir el tamaño de la muestra seleccionando Muestra aleatoria
en la pestaña Crear de la aplicación SageMaker Canvas. Puede utilizar el control deslizante para 
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seleccionar el tamaño de muestra que desee y, a continuación, seleccionar Actualizar para cambiar 
el tamaño de la muestra. El tamaño máximo de muestra que puede elegir para un conjunto de datos 
es de 40 000 filas y el tamaño mínimo de muestra es de 500 filas. Si elige un tamaño de muestra 
grande, es posible que la vista previa del conjunto de datos y las estadísticas del resumen tarden 
unos minutos en volver a cargarse.

La página de Compilación muestra una vista previa de 100 filas del conjunto de datos. Si el tamaño 
de la muestra es del mismo tamaño que el conjunto de datos, la vista previa utiliza las 100 primeras 
filas del conjunto de datos. De lo contrario, la vista previa usa las 100 primeras filas de la muestra 
aleatoria.

Edición de un conjunto de datos de imágenes

En Amazon SageMaker Canvas, puede editar sus conjuntos de datos de imágenes y revisar las 
etiquetas antes de crear un modelo. Es posible que desee realizar tareas como asignar etiquetas a 
imágenes sin etiquetar o agregar más imágenes al conjunto de datos. Todas estas tareas se pueden 
realizar en la aplicación de Canvas, lo que le proporciona un solo lugar para modificar su conjunto de 
datos y crear un modelo.

Note

Antes de crear un modelo, debe asignar etiquetas a todas las imágenes del conjunto de 
datos. Además, debe tener al menos 25 imágenes por etiqueta y un mínimo de dos etiquetas. 
Para obtener más información sobre la asignación de etiquetas, consulte la sección de 
esta página denominada Asignación de etiquetas a imágenes sin etiquetar. Si no puede 
determinar una etiqueta para una imagen, debe eliminarla del conjunto de datos. Para 
obtener más información acerca de cómo eliminar imágenes, consulte la sección Agregar o 
eliminar imágenes del conjunto de datos en esta página.

Para empezar a editar su conjunto de datos de imágenes, debe estar en la pestaña Compilación
mientras crea su modelo de predicción de imágenes de etiqueta única.

Se abre una nueva página en la que se muestran las imágenes del conjunto de datos junto con 
sus etiquetas. En esta página se clasifica su conjunto de datos de imágenes en Imágenes totales,
Imágenes etiquetadas e Imágenes sin etiquetar. También puede consultar la Guía de preparación 
de conjuntos de datos para conocer las prácticas recomendadas sobre cómo crear un modelo de 
predicción de imágenes más preciso.
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En la siguiente captura de pantalla se muestra la página para editar el conjunto de datos de 
imágenes.

Desde esta página puede hacer lo siguiente:

Ver las propiedades de cada imagen (etiqueta, tamaño, dimensiones)

Para ver una imagen individual, puede buscarla por nombre de archivo en la barra de búsqueda. 
A continuación, seleccione la imagen para abrir la vista completa. Puede ver las propiedades de la 
imagen y reasignar la etiqueta de la imagen. Seleccione Guardar cuando termine de ver la imagen.

Agregar, eliminar o cambiar el nombre de etiquetas en el conjunto de datos

Canvas muestra las etiquetas de su conjunto de datos en el panel de navegación izquierdo. Puede 
agregar nuevas etiquetas al conjunto de datos especificando una etiqueta en el campo de texto
Agregar etiqueta.

Para cambiar el nombre de una etiqueta de su conjunto de datos o eliminarla, elija el icono Más 
opciones
( ) 
situado junto a la etiqueta y seleccione Cambiar nombre o Eliminar. Si cambia el nombre de la 
etiqueta, puede introducir el nombre de la nueva etiqueta y elegir Confirmar. Si elimina la etiqueta, se 
eliminará de todas las imágenes del conjunto de datos que tengan esa etiqueta. Las imágenes que 
tengan esa etiqueta se quedarán sin etiquetar.
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Asignación de etiquetas a las imágenes sin etiquetar

Para ver las imágenes sin etiquetar de su conjunto de datos, elija Sin etiquetar en el panel de 
navegación izquierdo. Para cada imagen, selecciónela y abra la etiqueta titulada Sin etiquetar y, en 
la lista desplegable, seleccione una etiqueta para asignarla a la imagen. También puede seleccionar 
más de una imagen y realizar esta acción, y a todas las imágenes seleccionadas se les asignará la 
etiqueta que seleccione.

Reasignación de etiquetas a las imágenes

Para reasignar etiquetas a las imágenes, seleccione la imagen (o varias imágenes a la vez) y abra el 
menú desplegable con la etiqueta actual. Seleccione la etiqueta que quiera y la imagen o imágenes 
se actualizarán con la nueva etiqueta.

Ordenación de sus imágenes por etiqueta

Puede ver todas las imágenes de una etiqueta determinada seleccionando la etiqueta en el panel de 
navegación izquierdo.

Agregar o eliminar imágenes del conjunto de datos

Puede agregar más imágenes a su conjunto de datos seleccionando Agregar imágenes en el 
panel de navegación superior. Se le guiará por el flujo de trabajo para importar más imágenes. Las 
imágenes que importe se agregan a su conjunto de datos existente.

Para eliminar imágenes de su conjunto de datos, selecciónelas y, a continuación, elija Eliminar en el 
panel de navegación superior.

Note

Después de realizar cualquier cambio en el conjunto de datos, seleccione Guardar conjunto 
de datos para asegurarse de no perder los cambios.

Exploración y análisis de sus datos

Note

Solo puede usar las visualizaciones y los análisis de SageMaker Canvas para modelos 
basados en conjuntos de datos tabulares. También se excluyen los modelos de predicción de 
texto de varias categorías.
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En Amazon SageMaker Canvas, puede explorar las variables de su conjunto de datos mediante 
visualizaciones y análisis. SageMaker Canvas le ofrece la posibilidad de crear visualizaciones y 
análisis en la aplicación. Puede utilizar estas exploraciones para descubrir las relaciones entre las 
variables antes de crear el modelo.

Para obtener más información sobre las técnicas de visualización en Canvas, consulte Exploración 
de los datos con técnicas de visualización.

Para obtener más información sobre los análisis en Canvas, consulte Exploración de los datos 
mediante el análisis.

Exploración de los datos con técnicas de visualización

Note

Solo puede usar las visualizaciones de SageMaker Canvas para modelos basados en 
conjuntos de datos tabulares. También se excluyen los modelos de predicción de texto de 
varias categorías.

Con Amazon SageMaker Canvas, puede explorar y visualizar sus datos para obtener información 
avanzada sobre ellos antes de crear sus modelos de aprendizaje automático. Puede realizar la 
visualización mediante gráficos de dispersión, gráficos de barras y diagramas de cajas, que pueden 
ayudarle a comprender los datos y a descubrir las relaciones entre las características que podrían 
afectar a la precisión del modelo.

En la pestaña Crear de la aplicación SageMaker Canvas, elija el visualizador de datos para empezar 
a crear sus visualizaciones.

Puede cambiar el tamaño de la muestra de visualización para ajustar el tamaño de la muestra 
aleatoria tomada del conjunto de datos. Un tamaño de muestra demasiado grande puede afectar 
al rendimiento de las visualizaciones de datos, por lo que le recomendamos que elija un tamaño de 
muestra adecuado. Para cambiar el tamaño de la muestra, use el procedimiento siguiente.

1. Elija una Muestra de visualización.

2. Utilice el control deslizante para seleccionar el tamaño de muestra que desee.

3. Seleccione Actualizar para confirmar el cambio en el tamaño de la muestra.
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Note

Algunas técnicas de visualización requieren columnas de un tipo de datos específico. 
Por ejemplo, solo puede usar columnas numéricas para los ejes x e y de los gráficos de 
dispersión.

Gráfico de dispersión

Para crear un gráfico de dispersión con su conjunto de datos, elija Gráfico de dispersión en el panel 
de Visualización. A continuación, puede seleccionar las entidades que quiera trazar en los ejes x e y 
en la sección Columnas. Puede arrastrar y soltar las columnas sobre los ejes o, una vez que se haya 
colocado un eje, puede elegir una columna de la lista de columnas compatibles.

Puede utilizar Colorear por para colorear los puntos de datos del gráfico con una tercera 
característica. También puede usar Agrupar por para agrupar los datos en gráficos separados en 
función de una cuarta característica.

La siguiente imagen muestra un gráfico de dispersión que utiliza Colorear por y Agrupar por. En 
este ejemplo, la característica MaritalStatus colorea cada punto de datos y, al agruparlo por la 
característica Department, se obtiene un gráfico de dispersión para los puntos de datos de cada 
departamento.
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Gráfico de barras

Para crear un gráfico de barras con su conjunto de datos, elija Gráfico de barras en el panel de
Visualización. A continuación, puede seleccionar las entidades que quiera trazar en los ejes x e y en 
la sección Columnas. Puede arrastrar y soltar las columnas sobre los ejes o, una vez que se haya 
colocado un eje, puede elegir una columna de la lista de columnas compatibles.

Puede utilizar Agrupar por para agrupar el gráfico de barras por una tercera característica. Puede 
utilizar Apilar por para sombrear verticalmente cada barra en función de los valores únicos de una 
cuarta característica.

La siguiente imagen muestra un gráfico de barras que utiliza Agrupar por y Apilar por. En este 
ejemplo, el gráfico de barras está agrupado por la característica MaritalStatus y apilado por 
la característica JobLevel. Para cada JobRole del eje x, hay una barra independiente para las 
categorías únicas de la característica MaritalStatus, y cada barra se apila verticalmente según la 
característica JobLevel.

Gráfico de cajas

Para crear un gráfico de cajas con su conjunto de datos, elija Diagrama de cajas en el panel de
Visualización. A continuación, puede seleccionar las entidades que quiera trazar en los ejes x e y en 
la sección Columnas. Puede arrastrar y soltar las columnas sobre los ejes o, una vez que se haya 
colocado un eje, puede elegir una columna de la lista de columnas compatibles.
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Puede utilizar Agrupar por para agrupar los diagramas de caja por una tercera característica.

La siguiente imagen muestra un gráfico de cajas que utiliza Agrupar por. En este ejemplo, los ejes 
x e y muestran JobLevel y JobSatisfaction, respectivamente, y los diagramas de cajas de 
colores se agrupan por la característica Department.

Exploración de los datos mediante el análisis

Note

Solo puede usar el análisis de SageMaker Canvas para modelos basados en conjuntos 
de datos tabulares. También se excluyen los modelos de predicción de texto de varias 
categorías.

Con los análisis de Amazon SageMaker Canvas, puede explorar su conjunto de datos y obtener 
información sobre todas las variables antes de crear un modelo. Puede determinar las relaciones 
entre las entidades de su conjunto de datos mediante matrices de correlación. Puede usar esta 
técnica para resumir el conjunto de datos en una matriz que muestre las correlaciones entre 
dos o más valores. Esto le ayuda a identificar y visualizar los patrones en un conjunto de datos 
determinado para un análisis de datos avanzado.
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La matriz muestra la correlación entre cada característica como positiva, negativa o neutra. Es 
posible que desee incluir características que tengan una alta correlación entre sí al crear el modelo. 
Las características que tengan poca o ninguna correlación pueden ser irrelevantes para el modelo, y 
puede omitirlas al crear el modelo.

Para empezar a utilizar las matrices de correlación en SageMaker Canvas, consulte la siguiente 
sección.

Creación de una matriz de correlación

Puede crear una matriz de correlación cuando se prepare para construir un modelo en la pestaña
Construir de la aplicación SageMaker Canvas.

Para obtener instrucciones acerca de cómo empezar a crear un modelo, consulte Creación de un 
modelo.

Cuando haya empezado a preparar un modelo en la aplicación SageMaker Canvas, haga lo 
siguiente:

1. En la pestaña Compilación, elija el Visualizador de datos.

2. Seleccione Análisis.

3. Seleccione Matriz de correlación.

Debería ver una visualización similar a la siguiente captura de pantalla, que muestra hasta 15 
columnas del conjunto de datos organizadas en una matriz de correlación.

Uso de modelos personalizados 1008



Amazon SageMaker Guía para desarrolladores

Después de haber creado la matriz de correlación, puede personalizarla haciendo lo siguiente:

1. Elija sus columnas

Para Columnas, puede seleccionar las columnas que quiera incluir en la matriz. Puede comparar 
hasta 15 columnas de su conjunto de datos.

Note

Puede usar tipos de columnas numéricas, categóricas o binarias para una matriz de 
correlación. La matriz de correlación no admite los tipos de columnas de datos de texto o 
fecha y hora.

Para agregar o eliminar columnas de la matriz de correlación, seleccione y deseleccione las 
columnas en el panel Columnas. También puede arrastrar y soltar columnas del panel directamente 
a la matriz. Si su conjunto de datos tiene muchas columnas, puede buscar las columnas que desee 
en la barra Buscar columnas.

Para filtrar las columnas por tipo de datos, seleccione el menú desplegable y elija Todas, Numéricas
o Categóricas. Al seleccionar Todas, se muestran todas las columnas del conjunto de datos, 
mientras que los filtros Numéricas y Categóricas solo muestran las columnas numéricas o 
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categóricas del conjunto de datos. Tenga en cuenta que los tipos de columnas binarias se incluyen 
en los filtros de numéricas o categóricas.

Para obtener la mejor información sobre los datos, incluya la columna de destino en la matriz de 
correlación. Al incluir la columna de destino en la matriz de correlación, aparece como la última 
característica de la matriz con un símbolo objetivo.

2. Elija el tipo de correlación

SageMaker Canvas admite diferentes tipos de correlación o métodos para calcular la correlación 
entre las columnas.

Para cambiar el tipo de correlación, utilice el filtro Columnas mencionado en la sección anterior para 
filtrar por el tipo de columna y las columnas que desee. Debería ver el Tipo de correlación en el panel 
lateral. Para las comparaciones numéricas, tiene la opción de seleccionar Pearson o Spearman. Para 
las comparaciones categóricas, el tipo de correlación se establece como MI. Para las comparaciones 
categóricas y mixtas, el tipo de correlación se establece como Spearman & MI.

Para las matrices que solo comparan columnas numéricas, el tipo de correlación es Pearson 
o Spearman. La medida de Pearson evalúa la relación lineal entre dos variables continuas. La 
medida de Spearman evalúa la relación monótona entre dos variables. Tanto para Pearson 
como para Spearman, la escala de correlación varía de -1 a 1; cada extremo de la escala indica 
una correlación perfecta (una relación 1:1 directa) y 0 indica que no hay correlación. Es posible 
que desee seleccionar Pearson si los datos tienen relaciones más lineales (como lo revela una
visualización de un gráfico de dispersión). Si los datos no son lineales o contienen una mezcla de 
relaciones lineales y monótonas, puede que prefiera seleccionar Spearman.

Para las matrices que solo comparan columnas categóricas, el tipo de correlación se establece 
como Clasificación de información mutua (MI). El valor MI es una medida de la dependencia mutua 
entre dos variables aleatorias. La medida MI está en una escala de 0 a 1, donde 0 indica que no hay 
correlación y 1 indica una correlación perfecta.

Para las matrices que comparan una combinación de columnas numéricas y categóricas, el tipo de 
correlación Spearman y MI es una combinación de los tipos de correlación Spearman y MI. Para 
las correlaciones entre dos columnas numéricas, la matriz muestra el valor de Spearman. Para las 
correlaciones entre una columna numérica y una categórica o dos columnas categóricas, la matriz 
muestra el valor MI.

Por último, recuerde que la correlación no indica necesariamente causalidad. Un valor de correlación 
fuerte solo indica que existe una relación entre dos variables, pero es posible que las variables no 

Uso de modelos personalizados 1010

https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-explore-data.html#canvas-explore-data-scatterplot


Amazon SageMaker Guía para desarrolladores

tengan una relación causal. Revise cuidadosamente las columnas de interés para evitar sesgos al 
crear el modelo.

3. Filtre sus correlaciones

En el panel lateral, puede utilizar la característica Filtrar correlaciones para filtrar el rango de valores 
de correlación que desee incluir en la matriz. Por ejemplo, si desea filtrar entidades que solo tengan 
una correlación positiva o neutra, puede establecer el valor mínimo en 0 y el máximo en 1 (los 
valores válidos son -1 a 1).

Para las comparaciones de Spearman y Pearson, puede establecer el rango de Correlaciones del 
filtro entre -1 y 1, donde 0 significa que no hay correlación. -1 y 1 significan que las variables tienen 
una fuerte correlación negativa o positiva, respectivamente.

En las comparaciones de MI, el rango de correlación solo va de 0 a 1, donde 0 significa que no hay 
correlación y 1 significa que las variables tienen una correlación fuerte, ya sea positiva o negativa.

Cada característica tiene una correlación perfecta (1) consigo misma. Por lo tanto, puede observar 
que la fila superior de la matriz de correlación siempre es 1. Si desea excluir estos valores, puede 
usar el filtro para establecer el máximo en menos de 1.

Tenga en cuenta que si su matriz compara una combinación de columnas numéricas y categóricas 
y utiliza el tipo de correlación de Spearman y MI, las correlaciones categóricas x numéricas y
categóricas x categóricas (que utilizan la medida MI) están en una escala de 0 a 1, mientras que las 
correlaciones numéricas x numéricas (que utilizan la medida de Spearman) están en una escala de 
-1 a 1. Revise sus correlaciones de interés detenidamente para asegurarse de que conoce el tipo de 
correlación que se utiliza para calcular cada valor.

4. Seleccione el método de visualización

En el panel lateral, puede usar Visualizar por para cambiar el método de visualización de la matriz. 
Elija el método de visualización Numérico para mostrar el valor de correlación (Pearson, Spearman 
o MI), mientras que si elige el método de visualización por Tamaño, se visualiza la correlación con 
puntos de diferentes tamaños y colores. Si elige Tamaño, puede pasar el ratón sobre un punto 
específico de la matriz para ver el valor de correlación real.

5. Elija una paleta de colores

En el panel lateral, puede utilizar la Selección de colores para cambiar la paleta de colores utilizada 
para la escala de correlación negativa a positiva en la matriz. Seleccione una de las paletas de 
colores alternativas para cambiar los colores utilizados en la matriz.
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Preparación de los datos con transformaciones avanzadas

Note

Solo puede usar transformaciones avanzadas para modelos basados en conjuntos de datos 
tabulares. También se excluyen los modelos de predicción de texto de varias categorías.

Es posible que su conjunto de datos de machine learning requiera la preparación de los datos antes 
de crear el modelo. Es posible que quiera limpiar los datos debido a varios problemas, entre los 
que se pueden incluir valores faltantes o valores atípicos, y realizar ingeniería de características 
para mejorar la precisión del modelo. Amazon SageMaker Canvas proporciona transformaciones de 
datos de aprendizaje automático con las que puede limpiar, transformar y preparar los datos para la 
creación de modelos. Puede utilizar estas transformaciones en sus conjuntos de datos sin necesidad 
de código. SageMaker Canvas agrega las transformaciones que usa a la receta del modelo, que es 
un registro de la preparación de datos realizada con los datos antes de crear el modelo. Cualquier 
transformación de datos que utilice solo modifica los datos de entrada para la creación del modelo y 
no modifica el origen de datos original.

Las siguientes transformaciones están disponibles en SageMaker Canvas para que pueda preparar 
los datos para la construcción.

Note

La vista previa de su conjunto de datos muestra las primeras 100 filas del conjunto de datos. 
Si su conjunto de datos tiene más de 20 000 filas, Canvas toma una muestra aleatoria de 
20 000 filas y obtiene una vista previa de las 100 primeras filas de esa muestra. Solo puede 
buscar y especificar valores de las filas previsualizadas, y la funcionalidad de filtrado solo 
filtra las filas previsualizadas y no todo el conjunto de datos.

Exclusión de columnas

Puede excluir una columna de la compilación del modelo colocándola en la pestaña Construir de la 
aplicación SageMaker Canvas. Deseleccione la columna que quiera excluir y no se incluirá al crear el 
modelo.
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Note

Si elimina columnas y, a continuación, hace predicciones por lotes con su modelo, 
SageMaker Canvas vuelve a agregar las columnas eliminadas al conjunto de datos de salida 
disponible para su descarga. Sin embargo, SageMaker Canvas no vuelve a agregar las 
columnas desplegadas para los modelos de series temporales.

Filtrado de filas

La funcionalidad de filtrado filtra las filas previsualizadas (las 100 primeras filas del conjunto de 
datos) según las condiciones que especifique. El filtrado de filas crea una vista previa temporal de 
los datos y no afecta a la creación del modelo. Puede filtrar para obtener una vista previa de las filas 
a las que les falten valores, contengan valores atípicos o cumplan condiciones personalizadas en la 
columna que elija.

Filtrado de filas por valores faltantes

Los valores faltantes son frecuentes en los conjuntos de datos de machine learning. Si tiene filas con 
valores nulos o vacíos en determinadas columnas, puede que desee filtrarlas y obtener una vista 
previa de esas filas.

Para filtrar los valores faltantes de los datos de la vista previa, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Filtrar por filas
( ).

2. Elija la Columna en la que desee comprobar si faltan valores.

3. Para la Operación, elija Faltante.

SageMaker Canvas filtra las filas que contienen valores faltantes en la columna que ha seleccionado 
y proporciona una vista previa de las filas filtradas.
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Filtrado de filas por valores atípicos

Los valores atípicos, o valores poco frecuentes en la distribución y el rango de los datos, pueden 
afectar negativamente a la precisión del modelo y prolongar los tiempos de construcción. SageMaker 
Canvas le permite detectar y filtrar filas que contienen valores atípicos en columnas numéricas. 
Puede elegir definir los valores atípicos con desviaciones estándar o con un rango personalizado.

Para filtrar los valores atípicos en sus datos, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Filtrar por filas
( ).

2. Elija la Columna en la que desee comprobar si hay valores atípicos.

3. Para la Operación, elija Atípico.

4. Establezca el Rango de valores atípicos en Desviación estándar o Rango personalizado.

5. Si elige Desviación estándar, especifique un valor de SD (desviación estándar) comprendido 
entre 1 y 3. Si elige Rango personalizado, seleccione Percentil o Número y, a continuación, 
especifique los valores Mín y Máx.

La opción Desviación estándar detecta y filtra los valores atípicos en las columnas numéricas 
mediante la media y la desviación estándar. Usted especifica el número de desviaciones estándar 
que debe separar a un valor de la media para que se considere un valor atípico. Por ejemplo, si 
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especifica 3 para la SD, un valor debe estar a más de 3 desviaciones estándar de la media para que 
se considere un valor atípico.

La opción Rango personalizado detecta y filtra los valores atípicos en las columnas numéricas 
mediante valores mínimos y máximos. Utilice este método si conoce los valores límite que delimitan 
los valores atípicos. Puede establecer el Tipo de rango en Percentil o Número. Si elige Percentil, 
los valores Mín y Máx deben ser el mínimo y el máximo del rango de percentiles (0-100) que desee 
permitir. Si elige Número, los valores Mín y Máx deben ser los valores numéricos mínimos y máximos 
que desee filtrar en los datos.

Filtrado de las filas por valores personalizados

Puede filtrar por las filas con valores que cumplan condiciones personalizadas. Por ejemplo, es 
posible que desee obtener una vista previa de las filas que tengan un valor de precio superior a 100 
antes de eliminarlas. Con esta funcionalidad, puede filtrar las filas que superen el umbral que haya 
establecido y obtener una vista previa de los datos filtrados.

Para utilizar la función de filtrado personalizado, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Filtrar por filas
( ).

2. Elija la Columna en la que desee comprobar.
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3. Seleccione el tipo de Operación que desee utilizar y, a continuación, especifique los valores de 
la condición seleccionada.

Para la Operación, puede elegir una de las siguientes opciones: Tenga en cuenta que las 
operaciones disponibles dependen del tipo de datos de la columna que elija. Por ejemplo, no puede 
crear una operación is greater than para una columna que contenga valores de texto.

Operación Tipos de datos 
admitidos

Tipo de caracterí 
stica admitida

Función

Es igual que Numérico, texto Binario, 
categórico

Filtra las filas en las que el valor de la
Columna sea igual a los valores que 
especifique.

No es igual a Numérico, texto Binario, 
categórico

Filtra las filas en las que el valor de 
la Columna no sea igual a los valores 
que especifique.

Es menor que Numérico N/A Filtra las filas en las que el valor de la
Columna es inferior al valor especific 
ado.

Es menor o igual 
que

Numérico N/A Filtra las filas en las que el valor de 
la Columna es inferior o igual que el 
valor especificado.

Es mayor que Numérico N/A Filtra las filas en las que el valor de 
la Columna es mayor que el valor 
especificado.

Es mayor o igual 
que

Numérico N/A Filtra las filas en las que el valor de 
la Columna es mayor o igual que el 
valor especificado.

Está entre Numérico N/A Filtra las filas en las que el valor de la
Columna es igual a o está entre los 
dos valores que especifique.
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Operación Tipos de datos 
admitidos

Tipo de caracterí 
stica admitida

Función

Contiene Texto Categórico Filtra las filas en las que el valor de 
la Columna contenga los valores que 
especifique.

Empieza por Texto Categórico Filtra las filas en las que el valor de 
la Columna comienza por los valores 
que especifique.

Acaba con Categórico Categórico Filtra las filas en las que el valor de 
la Columna termina con un valor que 
especifique.

Después de configurar la operación de filtrado, SageMaker Canvas actualiza la vista previa del 
conjunto de datos para mostrarle los datos filtrados.

Funciones y operadores

Puede utilizar funciones y operadores matemáticos para explorar y distribuir los datos. Puede utilizar 
las funciones compatibles con SageMaker Canvas o crear su propia fórmula con los datos existentes 
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y crear una nueva columna con el resultado de la fórmula. Por ejemplo, puede agregar los valores 
correspondientes de dos columnas y guardar el resultado en una nueva columna.

Puede agrupar sentencias para crear funciones más complejas. A continuación se muestran algunos 
ejemplos de funciones anidadas que podría utilizar.

• Para calcular el BMI, puede utilizar la función weight / (height ^ 2).

• Para clasificar las edades, puede utilizar la función Case(age < 18, 'child', age < 65, 
'adult', 'senior').

Puede especificar las funciones en la etapa de preparación de los datos antes de crear el modelo. 
Para usar una función, haga lo siguiente.

• En la pestaña Crear de la aplicación SageMaker Canvas, elija Ver todo y, a continuación, elija
Fórmula personalizada para abrir el panel de fórmulas personalizadas.

• En el panel de Fórmula personalizada, puede elegir una Fórmula para agregarla a su Receta de 
modelo. Cada fórmula se aplica a todos los valores de las columnas que especifique. Para las 
fórmulas que aceptan dos o más columnas como argumentos, utilice columnas con tipos de datos 
coincidentes; de lo contrario, obtendrá un error o valores null en la nueva columna.

• Una vez que haya especificado una fórmula, añada un nombre de columna en el campo Nombre 
de nueva columna. SageMaker Canvas usa este nombre para la nueva columna que se crea.

• (Opcional) Seleccione Vista previa para obtener una vista previa de la transformación.

• Para agregar la función a la Receta de modelo, seleccione Agregar.

SageMaker Canvas guarda el resultado de su función en una nueva columna con el nombre que 
especificó en Nombre de nueva columna. Puede ver o eliminar funciones desde el panel Receta de 
modelo.

SageMaker Canvas admite los siguientes operadores para las funciones. Puede utilizar el formato de 
texto o el formato en línea para especificar la función.
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Operador Descripción Tipos de 
datos 
admitidos

Formato de 
texto

Formato en 
línea

Add (Suma) Devuelve la suma de los 
valores

Numérico Add(sales1, 
sales2)

sales1 + 
sales2

Subtract 
(Sustracción)

Devuelve la diferencia entre 
los valores

Numérico Subtract( 
sales1, 
sales2)

sales1 ‐ 
sales2

Multiply 
(Multipli 
cación)

Devuelve el producto de los 
valores

Numérico Multiply( 
sales1, 
sales2)

sales1 * 
sales2

Divide 
(División)

Devuelve el cociente de los 
valores

Numérico Divide(sa 
les1, sales2)

sales1 / 
sales2

Mod (Módulo) Devuelve el resultado del 
operador módulo (el resto 
después de dividir los dos 
valores)

Numérico Mod(sales1, 
sales2)

sales1 % 
sales2

Abs 
(Absoluto)

Devuelve el valor absoluto del 
valor

Numérico Abs(sales1) N/A

Negate Devuelve el negativo del valor Numérico Negate(c1) ‐c1

Exp 
(Exponente)

Devuelve e (número de Euler) 
elevado a la potencia del valor

Numérico Exp(sales1) N/A

Registro Devuelve el logaritmo (de 
base 10) del valor

Numérico Log(sales1) N/A

Ln Devuelve el logaritmo natural 
(de base e) del valor

Numérico Ln(sales1) N/A

Pow 
(Potencia)

Devuelve el valor elevado a 
una potencia

Numérico Pow(sales1, 
2)

sales1 ^ 2
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Operador Descripción Tipos de 
datos 
admitidos

Formato de 
texto

Formato en 
línea

If (Condicio 
nal)

Devuelve una etiqueta de 
verdadero o falso en función 
de la condición que especifiq 
ue

Booleano, 
numérico, 
texto

If(sales1 
>7000, 
'truelabel, 
'falselabel')

N/A

Or (Disyunci 
ón)

Devuelve un valor booleano 
que indica si uno de los 
valores/condiciones especific 
ados es verdadero o no

Booleano Or(fullprice, 
discount)

fullprice || 
discount

And 
(Conjunción)

Devuelve un valor booleano 
que indica si dos de los 
valores/condiciones especific 
ados son verdaderos o no

Booleano And(sales 
1,sales2)

sales1 && 
sales2

No (Negación 
)

Devuelve un valor booleano 
opuesto al valor o las 
condiciones especificados

Booleano Not(sales1) !sales1

Case (Caso 
condicional)

Devuelve un valor booleano 
basado en sentencias 
condicionales (devuelve c1 si 
cond1 es verdadero, devuelve 
c2 si cond2 es verdadero, de 
lo contrario devuelve c3)

Booleano, 
numérico, 
texto

Case(cond 
1, c1, cond2, 
c2, c3)

N/A

Igualdad Devuelve un valor booleano 
que indica si dos valores son 
iguales

Booleano, 
numérico, 
texto

N/A c1 = c2

c1 == c2

Desigualdad Devuelve un valor booleano 
que indica si dos valores no 
son iguales

Booleano, 
numérico, 
texto

N/A c1 != c2
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Operador Descripción Tipos de 
datos 
admitidos

Formato de 
texto

Formato en 
línea

Menor que Devuelve un valor booleano 
que indica si c1 es menor que 
c2

Booleano, 
numérico, 
texto

N/A c1 < c2

Mayor que Devuelve un valor booleano 
que indica si c1 es mayor que 
c2

Booleano, 
numérico, 
texto

N/A c1 > c2

Menor que o 
igual a

Devuelve un valor booleano 
que indica si c1 es menor o 
igual que c2

Booleano, 
numérico, 
texto

N/A c1 <= c2

Mayor que o 
igual a

Devuelve un valor booleano 
que indica si c1 es mayor o 
igual que c2

Booleano, 
numérico, 
texto

N/A c1 >= c2

SageMaker Canvas también admite operadores agregados, que pueden realizar operaciones como 
calcular la suma de todos los valores o encontrar el valor mínimo en una columna. Puede utilizar 
operadores de agregación en combinación con operadores estándar en sus funciones. Por ejemplo, 
para calcular la diferencia de valores con respecto a la media, puede utilizar la funciónAbs(height 
– avg(height)). SageMaker Canvas admite los siguientes operadores agregados.

Operador de 
agregación

Descripción Formato Ejemplo

sum Devuelve la suma de todos los 
valores de una columna

sum sum(c1)

minimum Devuelve el valor mínimo de una 
columna

min min(c2)

maximum Devuelve el valor máximo de una 
columna

max max(c3)
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Operador de 
agregación

Descripción Formato Ejemplo

average Devuelve el valor medio de una 
columna

avg avg(c4)

std Devuelve la desviación estándar 
muestral de una columna

std std(c1)

stddev Devuelve la desviación estándar de 
los valores de una columna

stddev stddev(c1)

variance Devuelve la varianza no sesgada de 
los valores de una columna

variance variance(c1)

approx_co 
unt_distinct

Devuelve el número aproximado de 
elementos distintos de una columna

approx_co 
unt_distinct

approx_co 
unt_distinct(c1)

count Devuelve el número de elementos de 
una columna

count count(c1)

first Devuelve el valor medio de una 
columna

first first(c1)

last Devuelve el valor medio de una 
columna

last last(c1)

stddev_pop Devuelve la desviación estándar 
poblacional de una columna

stddev_pop stddev_pop(c1)

variance_pop Devuelve la varianza poblacional de 
los valores de una columna

variance_pop variance_pop(c1)

Administrar filas

Con la transformación Administrar filas, puede ordenar, mezclar aleatoriamente y eliminar filas de 
datos del conjunto de datos.
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Ordenar filas

Para ordenar las filas de un conjunto de datos por una columna determinada, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Administrar filas y, a continuación, 
elija Ordenar filas.

2. En Ordenar columna, elija la columna por la que desee ordenar.

3. En Orden de clasificación, seleccione Ascendente o Descendente.

4. Seleccione Agregar para agregar la transformación a la Receta de modelo.

Mezclar filas

Para mezclar aleatoriamente las filas de un conjunto de datos, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Administrar filas y, a continuación, 
elija Organizar filas.

2. Seleccione Agregar para agregar la transformación a la Receta de modelo.

Eliminar filas duplicadas

Para eliminar las filas duplicadas de un conjunto de datos, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, selecciona Administrar filas y, a 
continuación, selecciona Eliminar filas duplicadas.

2. Seleccione Agregar para agregar la transformación a la Receta de modelo.

Eliminar filas por valores faltantes

Los valores faltantes son frecuentes en los conjuntos de datos de machine learning y pueden afectar 
a la precisión del modelo. Utilice esta transformación si desea eliminar filas con valores nulos o 
vacíos en determinadas columnas.

Para eliminar las filas que contengan valores faltantes en una columna específica, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Administrar filas.

2. Seleccione Eliminar filas por valores faltantes.

3. Seleccione Agregar para agregar la transformación a la Receta de modelo.
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SageMaker Canvas descarta las filas que contienen valores faltantes en la columna que seleccionó. 
Después de eliminar las filas del conjunto de datos, SageMaker Canvas agrega la transformación en 
la sección de recetas del modelo. Si elimina la transformación de la sección de Recetas de modelo, 
las filas vuelven a su conjunto de datos.

Eliminar filas por valores atípicos

Los valores atípicos, o valores poco frecuentes en la distribución y el rango de los datos, 
pueden afectar negativamente a la precisión del modelo y provocar tiempos de compilación más 
prolongados. Con SageMaker Canvas, puede detectar y eliminar filas que contienen valores atípicos 
en columnas numéricas. Puede elegir definir los valores atípicos con desviaciones estándar o con un 
rango personalizado.

Para eliminar los valores atípicos de los datos, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Administrar filas.

2. Seleccione Eliminar filas por valores atípicos.

3. Elija la Columna en la que desee comprobar si hay valores atípicos.

4. Establezca el Operador en Desviación estándar, Rango numérico personalizado o Rango de 
cuantiles personalizado.

5. Si elige Desviación estándar, especifique un valor de Desviaciones estándares (desviación 
estándar) comprendido entre 1 y 3. Si elige Rango numérico personalizado o Rango de cuantiles 
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personalizado, especifique los valores Mín y Máx (números para los rangos numéricos o 
percentiles entre el 0 y el 100 % para los rangos de cuantiles).

6. Seleccione Agregar para agregar la transformación a la Receta de modelo.

La opción Desviación estándar detecta y elimina los valores atípicos en las columnas numéricas 
mediante la media y la desviación estándar. Usted especifica el número de desviaciones estándar 
que debe separar a un valor de la media para que se considere un valor atípico. Por ejemplo, si 
especifica 3 para Desviaciones estándares, un valor debe estar a más de 3 desviaciones estándares 
de la media para que se considere un valor atípico.

Las opciones Rango numérico personalizado y Rango de cuantiles personalizado detectan y 
eliminan los valores atípicos en las columnas numéricas utilizando valores mínimos y máximos. 
Utilice este método si conoce los valores límite que delimitan los valores atípicos. Si elige un rango 
numérico, los valores Mín y Máx deben ser los valores numéricos mínimos y máximos que desee 
permitir en los datos. Si elige un rango de cuantiles, los valores Mín y Máx deben ser el mínimo y el 
máximo del rango de percentiles (0-100) que desee permitir.

Después de eliminar las filas del conjunto de datos, SageMaker Canvas agrega la transformación en 
la sección de recetas del modelo. Si elimina la transformación de la sección de Recetas de modelo, 
las filas vuelven a su conjunto de datos.
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Eliminar filas por valores personalizados

Puede eliminar las filas con valores que cumplan condiciones personalizadas. Por ejemplo, es 
posible que desee excluir todas las filas con un valor de precio superior a 100 al crear el modelo. Con 
esta transformación, puede crear una regla que elimine todas las filas que superen el umbral que 
haya establecido.

Para usar la transformación de eliminación personalizada, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Administrar filas.

2. Seleccione Borrar filas por fórmula.

3. Elija la Columna en la que desee comprobar.

4. Seleccione el tipo de Operación que desee utilizar y, a continuación, especifique los valores de 
la condición seleccionada.

5. Seleccione Agregar para agregar la transformación a la Receta de modelo.

Para la Operación, puede elegir una de las siguientes opciones: Tenga en cuenta que las 
operaciones disponibles dependen del tipo de datos de la columna que elija. Por ejemplo, no puede 
crear una operación is greater than para una columna que contenga valores de texto.

Operación Tipos de datos 
admitidos

Tipo de caracterí 
stica admitida

Función

Es igual que Numérico, texto Binario, 
categórico

Elimina las filas en las que el valor 
de la Columna sea igual a los valores 
que especifique.

No es igual a Numérico, texto Binario, 
categórico

Elimina las filas en las que el valor de 
la Columna no sea igual a los valores 
que especifique.

Es menor que Numérico N/A Elimina las filas en las que el valor 
de la Columna es inferior al valor 
especificado.
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Operación Tipos de datos 
admitidos

Tipo de caracterí 
stica admitida

Función

Es menor o igual 
que

Numérico N/A Elimina las filas en las que el valor de 
la Columna es inferior o igual que el 
valor especificado.

Es mayor que Numérico N/A Elimina las filas en las que el valor 
de la Columna es mayor al valor 
especificado.

Es mayor o igual 
que

Numérico N/A Elimina las filas en las que el valor de 
la Columna es mayor o igual que el 
valor especificado.

Está entre Numérico N/A Elimina las filas en las que el valor 
de la Columna es igual a o está entre 
los dos valores que especifique.

Contiene Texto Categórico Elimina las filas en las que el valor de 
la Columna contenga los valores que 
especifique.

Empieza por Texto Categórico Elimina las filas en las que el valor de 
la Columna comienza por los valores 
que especifique.

Acaba con Texto Categórico Elimina las filas en las que el valor de 
la Columna termina por los valores 
que especifique.

Después de eliminar las filas del conjunto de datos, SageMaker Canvas agrega la transformación en 
la sección de recetas del modelo. Si elimina la transformación de la sección de Recetas de modelo, 
las filas vuelven a su conjunto de datos.
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Cambio del nombre de las columnas

Con la transformación de cambio del nombre de las columnas, puede cambiar el nombre de las 
columnas de sus datos. Al cambiar el nombre de una columna, SageMaker Canvas cambia el 
nombre de la columna en la entrada del modelo.

Puede cambiar el nombre de una columna de su conjunto de datos haciendo doble 
clic en el nombre de la columna en la pestaña Crear de la aplicación SageMaker 
Canvas e introduciendo un nombre nuevo. Al pulsar la tecla Intro, se envía el cambio 
y, al hacer clic en cualquier lugar fuera de la entrada, se cancela el cambio. También 
puede cambiar el nombre de una columna haciendo clic en el icono Más opciones
( ), 
situado al final de la fila en la vista de lista o al final de la celda del encabezado en la vista de 
cuadrícula, y seleccionando Cambiar nombre.

El nombre de la columna no puede tener más de 32 caracteres ni caracteres de guion bajo dobles 
(__), y no se puede cambiar el nombre de una columna por el mismo nombre que otra columna. 
Tampoco se puede cambiar el nombre de una columna eliminada.

La siguiente captura de pantalla muestra cómo cambiar el nombre de una columna haciendo doble 
clic en el nombre de la columna.
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Al cambiar el nombre de una columna, SageMaker Canvas añade la transformación en la sección de
recetas del modelo. Si elimina la transformación de la sección Recetas de modelo, la columna vuelve 
a su nombre original.

Administrar columnas

Con las siguientes transformaciones, puede cambiar el tipo de datos de las columnas y reemplazar 
los valores faltantes o los valores atípicos de columnas específicas. SageMaker Canvas utiliza 
los tipos de datos o valores actualizados al crear el modelo, pero no cambia el conjunto de datos 
original. Tenga en cuenta que si ha eliminado una columna de su conjunto de datos mediante la 
transformación Exclusión de columnas, no podrá reemplazar los valores de esa columna.

Reemplazar valores faltantes

Los valores faltantes son frecuentes en los conjuntos de datos de machine learning y pueden afectar 
a la precisión del modelo. Puede optar por eliminar las filas que tengan valores faltantes, pero su 
modelo será más preciso si opta por reemplazar los valores faltantes. Con esta transformación, 
puede reemplazar los valores que falten en las columnas numéricas por la media o mediana de los 
datos de una columna, o también puede especificar un valor personalizado con el que reemplazar los 
valores faltantes. En el caso de las columnas no numéricas, puede reemplazar los valores faltantes 
por el modo (el valor más común) de la columna o por un valor personalizado.
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Utilice esta transformación si desea reemplazar los valores nulos o vacíos en determinadas 
columnas. Para reemplazar valores faltantes en una columna específica, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Administrar columnas.

2. Seleccione Reemplazar valores faltantes.

3. Elija la Columna en la que desee reemplazar los valores faltantes.

4. Establezca el Modo como Manual para reemplazar los valores faltantes por los valores que 
especifique. Con la configuración automática (predeterminada), SageMaker Canvas reemplaza 
los valores faltantes por los valores imputados que mejor se ajusten a sus datos. Este método 
de imputación se realiza automáticamente para cada compilación del modelo, a menos que 
especifique el modo Manual.

5. Establezca el valor Reemplazar por:

• Si la columna es numérica, seleccione Media, Mediana o Personalizado. La Media reemplaza 
los valores faltantes por la media de la columna y la Mediana reemplaza los valores faltantes 
por la mediana de la columna. Si elige Personalizado, debe especificar un valor personalizado 
que quiera usar para reemplazar los valores faltantes.

• Si la columna es no numérica, seleccione Modo o Personalizado. El Modo reemplaza los 
valores faltantes por el modo, o el valor más común, de la columna. Para Personalizado, 
especifique un valor personalizado que quiera usar para reemplazar los valores faltantes.

6. Seleccione Agregar para agregar la transformación a la Receta de modelo.

Después de reemplazar los valores faltantes en el conjunto de datos, SageMaker Canvas agrega 
la transformación en la sección de recetas del modelo. Si elimina la transformación de la sección
Recetas de modelo, las filas vuelven al conjunto de datos.
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Reemplazar valores atípicos

Los valores atípicos, o valores poco frecuentes en la distribución y el rango de los datos, pueden 
afectar negativamente a la precisión del modelo y provocar tiempos de creación más prolongados. 
SageMaker Canvas le permite detectar valores atípicos en columnas numéricas y reemplazarlos 
por valores que se encuentren dentro de un rango aceptado en sus datos. Puede elegir definir los 
valores atípicos con desviaciones estándares o con un rango personalizado, y puede reemplazar los 
valores atípicos por los valores mínimo y máximo del rango aceptado.

Para eliminar los valores atípicos de los datos, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Administrar columnas.

2. Seleccione Reemplazar valores atípicos.

3. Elija la Columna en la que desee reemplazar los valores atípicos.

4. En Definir valores atípicos, elija Desviación estándar, Rango numérico personalizado o Rango 
de cuantiles personalizado.

5. Si elige Desviación estándar, especifique un valor de Desviaciones estándares (desviación 
estándar) comprendido entre 1 y 3. Si elige Rango numérico personalizado o Rango de cuantiles 
personalizado, especifique los valores Mín y Máx (números para los rangos numéricos o 
percentiles entre el 0 y el 100 % para los rangos de cuantiles).

6. En Reemplazar por, seleccione Rango mínimo/máximo.
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7. Seleccione Agregar para agregar la transformación a la Receta de modelo.

La opción Desviación estándar detecta los valores atípicos en las columnas numéricas mediante 
la media y la desviación estándar. Usted especifica el número de desviaciones estándar que debe 
separar a un valor de la media para que se considere un valor atípico. Por ejemplo, si especifica 3 
para las desviaciones estándar, un valor debe estar a más de 3 desviaciones estándar de la media 
para que se considere un valor atípico. SageMaker Canvas reemplaza los valores atípicos por el 
valor mínimo o máximo del rango aceptado. Por ejemplo, si configura las desviaciones estándar 
para que solo incluyan valores de 200 a 300, SageMaker Canvas cambiará un valor de 198 a 200 (el 
mínimo).

Las opciones Rango numérico personalizado y Rango de cuantiles personalizado detectan los 
valores atípicos en las columnas numéricas utilizando valores mínimos y máximos. Utilice este 
método si conoce los valores límite que delimitan los valores atípicos. Si elige un rango numérico, los 
valores mínimo y máximo deben ser los valores numéricos mínimos y máximos que desee permitir. 
SageMaker Canvas reemplaza cualquier valor que quede fuera del mínimo y el máximo por los 
valores mínimo y máximo. Por ejemplo, si su rango solo permite valores del 1 al 100, SageMaker 
Canvas cambia el valor de 102 a 100 (el máximo). Si elige un rango de cuantiles, los valores Mín y
Máx deben ser el mínimo y el máximo del rango de percentiles (0-100) que desee permitir.

Tras reemplazar los valores del conjunto de datos, SageMaker Canvas agrega la transformación en 
la sección de recetas del modelo. Si elimina la transformación de la sección Recetas de modelo, los 
valores originales vuelven al conjunto de datos.

Uso de modelos personalizados 1032



Amazon SageMaker Guía para desarrolladores

Cambiar el tipo de datos

SageMaker Canvas le permite cambiar el tipo de datos de sus columnas entre numérico, texto y 
fecha y hora, además de mostrar el tipo de función asociado a ese tipo de datos. Un tipo de datos
hace referencia al formato de los datos y a la forma en que se almacenan, mientras que el tipo de 
característica se refiere a la característica de los datos que se utilizan en los algoritmos de machine 
learning, como los binarios o los categóricos. Esto le da la flexibilidad de cambiar manualmente el 
tipo de datos de las columnas en función de las características. La posibilidad de elegir el tipo de 
datos correcto garantiza la integridad y precisión de los datos antes de crear modelos. Estos tipos de 
datos se utilizan al crear modelos.

Note

Actualmente, no se admite el cambio del tipo de característica (por ejemplo, de binaria a 
categórica).

En la siguiente tabla, se enumeran todos los tipos de datos en Canvas.

Uso de modelos personalizados 1033



Amazon SageMaker Guía para desarrolladores

Tipo de datos Descripción Ejemplo

Numérico Los datos numéricos 
representan valores 
numéricos

1, 2, 3

1.1, 1.2. 1.3

Texto Los datos de texto represent 
an secuencias de caractere 
s, como nombres o descripci 
ones

A, B, C, D

manzana, plátano, naranja

1A!, 2A!, 3A!

Fecha y hora Los datos de fecha y hora 
representan fechas y horas en 
formato de marca de tiempo 
(timestamp)

2019-07-01 01:00:00, 
2019-07-01 02:00:00, 
2019-07-01 03:00:00

En la siguiente tabla, se enumeran todos los tipos de característica admitidos en Canvas.

Tipo de característica Descripción Ejemplo

Binario Las características binarias 
representan dos valores 
posibles

0, 1, 0, 1, 0 (2 valores distintos 
)

true, false, true (2 valores 
distintos)

Categórico Las características categóric 
as representan categorías o 
grupos distintos

manzana, plátano, naranja, 
manzana (3 valores distintos)

A, B, C, D, E, A, D, C (5 
valores distintos)

Para modificar el tipo de datos de una columna de un conjunto de datos, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, vaya a la vista por columnas o a la
vista de cuadrícula y seleccione el menú desplegable Tipo de datos para la columna específica.
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2. En el menú desplegable de Tipo de datos, seleccione el tipo de datos al que desee realizar la 
conversión. En la siguiente captura de pantalla se muestra el menú desplegable.

3. En Columna, elija o verifique la columna en la que desee cambiar el tipo de datos.

4. En Nuevo tipo de datos, seleccione o verifique el nuevo tipo de datos al que desee convertir.

5. Si el Nuevo tipo de datos es Datetime o Numeric, elija una de las siguientes opciones en
Gestionar valores no válidos:

a. Reemplazar por un valor vacío: los valores no válidos se sustituyen por un valor vacío

b. Eliminar filas: las filas con un valor no válido se eliminan del conjunto de datos

c. Reemplazar por un valor personalizado: los valores no válidos se sustituyen por el Valor 
personalizado que especifique.

6. Seleccione Agregar para agregar la transformación a la Receta de modelo.

Ahora debería actualizarse el tipo de datos de la columna.

Preparación de datos de series temporales

Utilice las siguientes funcionalidades para preparar los datos de series temporales para crear 
modelos de previsión de series temporales.

Remuestreo de datos de series temporales

Al volver a muestrear los datos de series temporales, puede establecer intervalos regulares para 
las observaciones de su conjunto de datos de series temporales. Esto resulta particularmente útil 
cuando se trabaja con datos de series temporales que contengan observaciones espaciadas de 
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forma irregular. Por ejemplo, puede utilizar el remuestreo para transformar un conjunto de datos con 
observaciones registradas cada intervalo de una, dos y tres horas en un intervalo regular de una 
hora entre observaciones. Los algoritmos de previsión requieren que las observaciones se realicen a 
intervalos regulares.

Para remuestrear los datos de series temporales, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, elija Series temporales.

2. Seleccione Remuestrear.

3. En la columna Marca de tiempo, seleccione la columna a la que quiera aplicar la transformación. 
Solo puede seleccionar columnas del tipo Fecha y hora.

4. En la sección de Configuración de frecuencia, seleccione una Frecuencia y un Ritmo. La
Frecuencia es la unidad de frecuencia y el Ritmo es el intervalo de la unidad de frecuencia que 
se aplicará a la columna. Por ejemplo, al elegir Calendar Day para el valor de Frecuencia
y 1 para el Ritmo, se establece que el intervalo aumente cada 1 día natural, por ejemplo
2023-03-26 00:00:00, 2023-03-27 00:00:00, 2023-03-28 00:00:00. Consulte la 
tabla siguiente a este procedimiento para obtener una lista completa del valor de Frecuencia.

5. Seleccione Agregar para agregar la transformación a la Receta de modelo.

La siguiente tabla muestra todos los tipos de Frecuencia que puede seleccionar al remuestrear datos 
de series temporales.

Frecuencia Descripción Valores de ejemplo (suponien 
do que el ritmo sea 1)

Día laborable Se remuestrean las observaci 
ones de la columna de fecha 
y hora para convertirlas en 5 
días laborables de la semana 
(lunes, martes, miércoles, 
jueves y viernes)

2023-03-24 00:00:00

2023-03-27 00:00:00

2023-03-28 00:00:00

2023-03-29 00:00:00

2023-03-30 00:00:00

2023-03-31 00:00:00

2023-04-03 00:00:00

Uso de modelos personalizados 1036



Amazon SageMaker Guía para desarrolladores

Frecuencia Descripción Valores de ejemplo (suponien 
do que el ritmo sea 1)

Día natural Se remuestrean las observaci 
ones de la columna de fecha 
y hora para convertirlas en los 
7 días de la semana (lunes, 
martes, miércoles, jueves, 
viernes, sábado y domingo)

2023-03-26 00:00:00

2023-03-27 00:00:00

2023-03-28 00:00:00

2023-03-29 00:00:00

2023-03-30 00:00:00

2023-03-31 00:00:00

2023-04-01 00:00:00

Semana Se remuestrean las observaci 
ones en la columna de fecha 
y hora al primer día de cada 
semana.

2023-03-13 00:00:00

2023-03-20 00:00:00

2023-03-27 00:00:00

2023-04-03 00:00:00

Mes Se remuestrean las observaci 
ones en la columna de fecha 
y hora al primer día de cada 
mes.

2023-03-01 00:00:00

2023-04-01 00:00:00

2023-05-01 00:00:00

2023-06-01 00:00:00

Trimestre anual Se remuestrean las observaci 
ones en la columna de fecha 
y hora al último día de cada 
trimestre.

2023-03-31 00:00:00

2023-06-30 00:00:00

2023-09-30 00:00:00

2023-12-31 00:00:00
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Frecuencia Descripción Valores de ejemplo (suponien 
do que el ritmo sea 1)

Año Se remuestrean las observaci 
ones en la columna de fecha 
y hora al último día de cada 
año.

2022-12-31 0:00:00

2023-12-31 00:00:00

2024-12-31 00:00:00

Hora Se remuestrean las observaci 
ones en la columna de fecha y 
hora a cada hora de cada día

2023-03-24 00:00:00

2023-03-24 01:00:00

2023-03-24 02:00:00

2023-03-24 03:00:00

Minuto Se remuestrean las observaci 
ones en la columna de fecha 
y hora a cada minuto de cada 
hora

2023-03-24 00:00:00

2023-03-24 00:01:00

2023-03-24 00:02:00

2023-03-24 00:03:00

Segundo Se remuestrean las observaci 
ones en la columna de fecha y 
hora a cada segundo de cada 
minuto

2023-03-24 00:00:00

2023-03-24 00:00:01

2023-03-24 00:00:02

2023-03-24 00:00:03

Al aplicar la transformación de remuestreo, puede usar la opción Avanzada para especificar cómo se 
modifican los valores resultantes del resto de las columnas (distintas de la columna de fecha y hora) 
del conjunto de datos. Esto se puede lograr especificando la metodología de remuestreo, que puede 
ser reducir o aumentar el muestreo tanto para las columnas numéricas como para las no numéricas.

La reducción del muestreo aumenta el intervalo entre las observaciones del conjunto de datos. 
Por ejemplo, si reduce el muestreo de las observaciones que se realizan cada hora o cada dos 
horas, cada observación del conjunto de datos se realiza cada dos horas. Los valores de las demás 
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columnas de las observaciones horarias se agregan en un único valor mediante un método de 
combinación. En las siguientes tablas se muestra un ejemplo de reducción del muestreo de datos 
de series temporales utilizando la media como método de combinación. Los datos del muestreo se 
reducen de cada dos horas a cada hora.

La siguiente tabla muestra las lecturas de temperatura por hora durante un día antes de la reducción 
de la muestra.

Timestamp Temperatura (Celsius)

12:00 pm 30

1:00 am 32

2:00 am 35

3:00 am 32

4:00 am 30

La siguiente tabla muestra las lecturas de temperatura después de reducir el muestreo a cada dos 
horas.

Timestamp Temperatura (Celsius)

12:00 pm 30

2:00 am 33,5

2:00 am 35

4:00 am 32,5

Para reducir el muestreo de datos de series temporales, haga lo siguiente:

1. Expanda la sección Avanzadas situada debajo de la transformación Remuestrear.
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2. Elija Combinación no numérica para especificar el método de combinación para las columnas 
no numéricas. Consulte la siguiente tabla para obtener una lista completa de métodos de 
combinación.

3. Elija Combinación numérica para especificar el método de combinación para las columnas 
numéricas. Consulte la siguiente tabla para obtener una lista completa de métodos de 
combinación.

Si no especifica los métodos de combinación, los valores predeterminados son Most Common
para la Combinación no numérica y Mean para la Combinación numérica. En la siguiente tabla se 
enumeran los métodos de combinación numérica y no numérica.

Metodología de reducción de 
muestreo

Método de combinación Descripción

Combinación no numérica Más común Agrega los valores de la 
columna no numérica por el 
valor que aparece con más 
frecuencia

Combinación no numérica Último Agrega los valores de la 
columna no numérica por el 
último valor de la columna

Combinación no numérica Primero Agrega los valores de la 
columna no numérica por el 
primer valor de la columna

Combinación numérica Media Agrega los valores de la 
columna numérica tomando la 
media de todos los valores de 
la columna

Combinación numérica Median Agrega los valores de la 
columna numérica tomando la 
mediana de todos los valores 
de la columna
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Metodología de reducción de 
muestreo

Método de combinación Descripción

Combinación numérica Mínimo Agrega los valores de la 
columna numérica tomando el 
mínimo de todos los valores 
de la columna

Combinación numérica Máximo Agrega los valores de la 
columna numérica tomando el 
máximo de todos los valores 
de la columna

Combinación numérica Sum Agrega los valores de la 
columna numérica sumando 
todos los valores de la 
columna

Combinación numérica Cuantil Agrega los valores de la 
columna numérica tomando el 
cuantil de todos los valores de 
la columna

El aumento del muestreo reduce el intervalo entre las observaciones del conjunto de datos. 
Por ejemplo, si aumenta el muestreo de las observaciones que se toman cada dos horas para 
convertirlas en observaciones por hora, los valores de las demás columnas de las observaciones por 
hora se interpolan a partir de las que se han tomado cada dos horas.

Para aumentar el muestreo los datos de series temporales, haga lo siguiente.

1. Expanda la sección Avanzadas situada debajo de la transformación Remuestrear.

2. Elija Estimación no numérica para especificar el método de estimación para las columnas no 
numéricas. Consulte la tabla siguiente a este procedimiento para obtener una lista completa de 
los métodos.

3. Elija Estimación numérica para especificar el método de estimación para las columnas 
numéricas. Consulte la siguiente tabla para obtener una lista completa de métodos.
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4. (Opcional) Elija Columna de ID para especificar la columna que contiene los ID de las 
observaciones de la serie temporal. Especifique esta opción si su conjunto de datos tiene dos 
series temporales. Si tiene una columna que representa solo una serie temporal, no especifique 
un valor para este campo. Por ejemplo, puede tener un conjunto de datos que contenga las 
columnas id y purchase. La columna id tiene los siguientes valores: [1, 2, 2, 1]. La 
columna purchase tiene los siguientes valores: [$2, $3, $4, $1]. Por lo tanto, el conjunto 
de datos tiene dos series temporales: una serie temporal es: 1: [$2, $1] y la otra serie 
temporal es 2: [$3, $4].

Si no especifica los métodos de estimación, los valores predeterminados son Forward Fill para 
la Estimación no numérica y Linear para la Estimación numérica. En la siguiente tabla se muestran 
los métodos de estimación.

Metodología de aumento de 
muestreo

Método de estimación Descripción

Estimación no numérica Rellenar hacia delante Interpola los valores de 
la columna no numérica 
tomando los valores consecuti 
vos después de todos los 
valores de la columna

Estimación no numérica Rellenar hacia atrás Interpola los valores de 
la columna no numérica 
tomando los valores consecuti 
vos antes de todos los valores 
de la columna

Estimación no numérica Mantener faltantes Interpola los valores en 
la columna no numérica 
mostrando valores vacíos

Estimación numérica Lineal, temporal, índice, 
cero, lineal S, más cercano, 
cuadrático, cúbico, baricéntr 
ico, polinómico, Krogh, 
polinómico por partes, spline, 

Interpola los valores de la 
columna numérica mediante 
el interpolador especificado.
Para obtener información 
sobre los métodos de interpola 
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Metodología de aumento de 
muestreo

Método de estimación Descripción

chip P, Akima, spline cúbico, a 
partir de derivadas

ción, consulte pandas. 
DataFrame.interpolate en la 
documentación de pandas.

La siguiente captura de pantalla muestra la configuración Avanzada con los campos de aumento y 
reducción de muestreo rellenados.

Uso de la extracción de fecha y hora

Con la transformación de extracción de fecha y hora, puede extraer valores de una columna de 
fecha y hora en una columna independiente. Por ejemplo, si tiene una columna que contiene las 
fechas de compra, puede extraer el valor del mes en una columna independiente y utilizar la nueva 
columna al crear el modelo. También puede extraer varios valores para separar columnas con una 
sola transformación.
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La columna de fecha y hora debe usar un formato de marca de tiempo compatible. Para obtener 
una lista de los formatos compatibles con SageMaker Canvas, consulte. Pronósticos de series 
temporales en Amazon SageMaker Canvas Si su conjunto de datos no utiliza uno de los formatos 
compatibles, actualícelo para que utilice un formato de marca de tiempo compatible y vuelva a 
importarlo a Amazon SageMaker Canvas antes de crear el modelo.

Para realizar una extracción de fecha y hora, haga lo siguiente.

1. En la pestaña Crear de la aplicación SageMaker Canvas, en la barra de transformaciones, elija 
Ver todo.

2. Seleccione Extraer características.

3. Elija la columna Marca de tiempo de la que desee extraer los valores.

4. En Valores, seleccione uno o más valores para extraerlos de la columna. Los valores que puede 
extraer de una columna de fecha y hora son Año, Mes, Día, Hora, Semana del año, Día del año
y Trimestre.

5. (Opcional) Seleccione Vista previa para obtener una vista previa de los resultados de la 
transformación.

6. Seleccione Agregar para agregar la transformación a la Receta de modelo.

SageMaker Canvas crea una nueva columna en el conjunto de datos para cada uno de los valores 
que extraiga. A excepción de los valores de año, SageMaker Canvas utiliza una codificación basada 
en 0 para los valores extraídos. Por ejemplo, si extrae el valor del Mes, enero se extrae como 0 y 
febrero como 1.
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Puede ver la transformación en la sección Recetas de modelo. Si elimina la transformación de la 
sección Recetas de modelo, las nuevas columnas se eliminan del conjunto de datos.

Evalúe el rendimiento de su modelo en Amazon SageMaker Canvas

Una vez creado el modelo, puede evaluar el rendimiento del modelo con los datos antes de 
usarlo para hacer predicciones. Puede utilizar información, como la precisión del modelo al 
predecir etiquetas y métricas avanzadas, para determinar si el modelo puede realizar predicciones 
suficientemente precisas para sus datos.

En la página Analizar del modelo, Amazon SageMaker Canvas incluye las tres pestañas siguientes:

• Descripción general: le ofrece una visión general del rendimiento del modelo, en función del tipo de 
modelo.

• Puntuación: muestra visualizaciones que puede utilizar para obtener más información sobre el 
rendimiento del modelo más allá de las métricas de precisión generales.

• Métricas avanzadas: contiene las puntuaciones de su modelo para las métricas avanzadas e 
información adicional que puede proporcionarle una comprensión más profunda del rendimiento de 
su modelo. También puede ver información como los impactos de la columna.

En la sección Evaluación del desempeño de su modelo se describe cómo ver e interpretar las 
pestañas Descripción general y Puntuación de su modelo. La sección Uso de métricas avanzadas en 
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sus análisis contiene información más detallada sobre las métricas avanzadas que se utilizan para 
cuantificar la precisión del modelo.

También puede ver información más avanzada sobre modelos candidatos específicos, que 
son todas las iteraciones del modelo que Canvas realiza al crear el modelo. En función de las 
métricas avanzadas de un candidato de modelo determinado, puede seleccionar un candidato 
diferente para que sea el predeterminado o la versión que se utilice para hacer predicciones e 
implementarlo. Para cada modelo candidato, puede ver la información de las métricas avanzadas
para ayudarle a decidir qué modelo candidato desea seleccionar como predeterminado. Para ver 
esta información, selecciona el candidato modelo en la tabla de clasificación del modelo. Para 
obtener más información, consulte ???.

Canvas también ofrece la opción de descargar un cuaderno de Jupyter para poder ver y ejecutar el 
código utilizado para construir el modelo. Esto es útil si desea realizar ajustes en el código u obtener 
más información sobre cómo se creó su modelo. Para obtener más información, consulte Descargue 
un modelo de cuaderno.

Evaluación del desempeño de su modelo

Amazon SageMaker Canvas proporciona información general y de puntuación para los distintos tipos 
de modelos. La puntuación del modelo puede ayudarle a determinar la precisión del modelo a la hora 
de hacer predicciones. La información adicional sobre las puntuaciones puede ayudarle a cuantificar 
las diferencias entre los valores reales y los previstos.

Para ver el análisis del modelo, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. Elija el modelo que ha creado.

4. En el panel de navegación superior, elija la pestaña Analizar.

5. En la pestaña Analizar, puede ver la información general y la información de puntuación de su 
modelo.

En las siguientes secciones se describe cómo interpretar la puntuación para cada tipo de modelo.

Evaluación de los modelos de predicción categórica

La pestaña Información general muestra el impacto de cada columna en cada columna. El Impacto 
de columna es una puntuación porcentual que indica el peso que tiene una columna a la hora de 
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realizar predicciones en relación con las demás columnas. Para un impacto de columna del 25 %, 
Canvas pondera la predicción en un 25 % para la columna y un 75 % para las demás columnas.

La siguiente captura de pantalla muestra la puntuación de Precisión del modelo, junto con la Métrica 
de optimización, que es la métrica que se elige optimizar al crear el modelo. En este caso, la métrica 
de optimización es la precisión. Puede especificar una métrica de optimización diferente si crea una 
nueva versión del modelo.

La pestaña Puntuación de un modelo de predicción categórica le permite visualizar todas las 
predicciones. Los segmentos de línea se extienden desde la izquierda de la página e indican todas 
las predicciones que ha realizado el modelo. En el centro de la página, los segmentos de línea 
convergen en un segmento perpendicular para indicar la proporción de cada predicción en una sola 
categoría. A partir de la categoría pronosticada, los segmentos se ramifican hacia la categoría real. 
Puede hacerse una idea visual de la precisión de las predicciones siguiendo cada segmento de línea 
desde la categoría pronosticada hasta la categoría real.

La siguiente imagen muestra un ejemplo de una sección de Puntuación para un modelo de
predicción de 3 categorías o más.
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También puede ver la pestaña Métricas avanzadas para obtener información más detallada sobre 
el rendimiento del modelo, como las métricas avanzadas, los gráficos de densidad de errores o 
las matrices de confusión. Para obtener más información sobre la pestaña Métricas avanzadas, 
consulteUso de métricas avanzadas en sus análisis.

Evaluación de los modelos de predicción numérica

La pestaña Información general muestra el impacto de cada columna en cada columna. El Impacto 
de columna es una puntuación porcentual que indica el peso que tiene una columna a la hora de 
realizar predicciones en relación con las demás columnas. Para un impacto de columna del 25 %, 
Canvas pondera la predicción en un 25 % para la columna y un 75 % para las demás columnas.

La siguiente captura de pantalla muestra la puntuación RMSE del modelo en la pestaña Información 
general, que en este caso es la métrica de Optimización. La métrica de Optimización es la métrica 
que se elige optimizar al crear el modelo. Puede especificar una métrica de optimización diferente si 
crea una nueva versión del modelo.

Uso de modelos personalizados 1048



Amazon SageMaker Guía para desarrolladores

La pestaña Puntuación de la predicción numérica muestra una línea para indicar el valor previsto 
del modelo en relación con los datos utilizados para realizar las predicciones. Los valores de la 
predicción numérica suelen ser +/- el valor del RMSE (error cuadrático medio). El valor que predice 
el modelo suele estar dentro del rango del RMSE. El ancho de la banda violeta que rodea la línea 
indica el rango de RMSE. Los valores pronosticados suelen estar dentro del rango.

La siguiente imagen muestra la sección de Puntuación para la predicción numérica.

También puede consultar la pestaña Métricas avanzadas para obtener información más detallada 
sobre el rendimiento de su modelo, como las métricas avanzadas, los gráficos de densidad de 
errores o las matrices de confusión. Para obtener más información sobre la pestaña Métricas 
avanzadas, consulteUso de métricas avanzadas en sus análisis.
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Evaluación de los modelos de previsión de series temporales

En la página Analizar de los modelos de previsión de series temporales, puede ver una descripción 
general de las métricas del modelo. Puede pasar el ratón sobre cada métrica para obtener más 
información, o puede ver Uso de métricas avanzadas en sus análisis.

En la sección Impacto de columna, puedes ver la puntuación de cada columna. El Impacto de 
columna es una puntuación porcentual que indica el peso que tiene una columna a la hora de 
realizar predicciones en relación con las demás columnas. Para un impacto de columna del 25 %, 
Canvas pondera la predicción en un 25 % para la columna y un 75 % para las demás columnas.

La siguiente captura de pantalla muestra las puntuaciones de las métricas de las series temporales 
del modelo, junto con la Métrica de optimización, que es la métrica que se elige optimizar al crear 
el modelo. En este caso, la Métrica de optimización es RMSE. Puede especificar una métrica de 
optimización diferente si crea una nueva versión del modelo.

Evaluación de los modelos de predicción de imágenes

La pestaña Información general muestra el Rendimiento por etiqueta, lo que proporciona una 
puntuación de precisión general para las imágenes pronosticadas para cada etiqueta. Puede elegir 
una etiqueta para ver detalles más específicos, como las imágenes Pronosticadas correctamente y
Pronosticadas incorrectamente para la etiqueta.

Puede activar el conmutador del Mapa de calor para ver un mapa de calor para cada imagen. El 
mapa de calor muestra las áreas de interés que tienen el mayor impacto cuando el modelo realiza 
predicciones. Para obtener más información sobre los mapas de calor y cómo utilizarlos para mejorar 
el modelo, seleccione el icono de Más información situado junto al conmutador del Mapa de calor.

La pestaña Puntuación de los modelos de predicción de imágenes de una sola etiqueta muestra 
una comparación entre lo que el modelo predijo como etiqueta y lo que era la etiqueta real. 
Puede seleccionar hasta 10 etiquetas a la vez. Puede cambiar las etiquetas de la visualización 
seleccionando el menú desplegable de etiquetas y seleccionando o deseleccionando las etiquetas.
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También puede ver la información de etiquetas individuales o grupos de etiquetas, como las 
tres etiquetas con la precisión más alta o más baja, seleccionando el menú desplegable Ver 
puntuaciones para la sección Información sobre la precisión del modelo.

La siguiente captura de pantalla muestra la información de Puntuación de un modelo de predicción 
de imágenes de una sola etiqueta.

Evaluación de los modelos de predicción de texto

La pestaña Información general muestra el Rendimiento por etiqueta, lo que proporciona una 
puntuación de precisión general para los pasajes de texto pronosticados para cada etiqueta. 
Puede elegir una etiqueta para ver detalles más específicos, como las imágenes Pronosticadas 
correctamente y Pronosticadas incorrectamente para los pasajes.

La pestaña Puntuación de los modelos de predicción de texto multicategoría muestra una 
comparación entre lo que el modelo predijo como etiqueta y lo que era la etiqueta real.

En la sección Información sobre la precisión del modelo, puede ver la categoría más frecuente, que 
indica la categoría que el modelo predijo con más frecuencia y la precisión de esas predicciones. 
Si su modelo predice correctamente una etiqueta de Positivo el 99 % de las veces, puede estar 
bastante seguro de que su modelo es bueno para predecir la opinión positiva en el texto.
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La siguiente captura de pantalla muestra la información de Puntuación de un modelo de predicción 
de texto multicategoría.

Uso de métricas avanzadas en sus análisis

En la siguiente sección, se describe cómo buscar e interpretar las métricas avanzadas de su modelo 
en Amazon SageMaker Canvas.

Note

Actualmente, las métricas avanzadas solo están disponibles para los modelos de predicción 
numéricos y categóricos.

Para buscar la pestaña Métricas avanzadas, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. Elija el modelo que ha creado.

4. En el panel de navegación superior, elija la pestaña Analizar.

5. En la pestaña Analizar, elija la pestaña Métricas avanzadas.
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En la pestaña Métricas avanzadas, encontrarás la pestaña Rendimiento. La página tiene el aspecto 
que se muestra en la siguiente captura de pantalla.

En la parte superior, puede ver un resumen de las puntuaciones de las métricas, incluida la
métrica de optimización, que es la métrica que seleccionó (o que Canvas seleccionó de forma 
predeterminada) para optimizarla al crear el modelo.

En las siguientes secciones se describe información más detallada sobre la pestaña Rendimiento de
las métricas avanzadas.

Rendimiento

En la pestaña Rendimiento, verá una tabla de métricas, junto con las visualizaciones que Canvas 
crea en función de su tipo de modelo. Para los modelos de predicción categórica, Canvas 
proporciona una matriz de confusión, mientras que para los modelos de predicción numérica, Canvas 
proporciona gráficos de residuos y densidad de errores.

En la tabla de métricas, se le proporciona una lista completa de las puntuaciones de su modelo 
para cada métrica avanzada, que es más completa que la descripción general de las puntuaciones 
que aparece en la parte superior de la página. Las métricas que se muestran aquí dependen del 
tipo de modelo. Para obtener una referencia que le ayude a entender e interpretar cada métrica, 
consulteReferencia de métricas.
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Para comprender las visualizaciones que pueden aparecer en función del tipo de modelo, consulte 
las siguientes opciones:

• Matriz de confusión: Canvas utiliza matrices de confusión para ayudarle a visualizar cuándo 
un modelo hace las predicciones correctamente. En una matriz de confusión, los resultados se 
organizan para comparar los valores pronosticados con los valores reales. El siguiente ejemplo 
explica cómo funciona una matriz de confusión para un modelo de predicción de 2 categorías que 
predice etiquetas positivas y negativas:

• Positivo verdadero: el modelo predijo correctamente el positivo cuando la etiqueta verdadera era 
positiva.

• Negativo verdadero: el modelo predijo correctamente el negativo cuando la etiqueta verdadera 
era negativa.

• Falso positivo: el modelo predijo incorrectamente el positivo cuando la etiqueta verdadera era 
negativa.

• Falso negativo: el modelo predijo incorrectamente el negativo cuando la etiqueta verdadera era 
positiva.

• Curva de recuperación de precisión: la curva de recuperación de precisión es una visualización de 
la puntuación de precisión del modelo comparada con la puntuación de recuperación del modelo. 
Por lo general, un modelo que puede realizar predicciones perfectas tendría puntuaciones de 
precisión y recuperación iguales a 1. La curva de recuperación de precisión de un modelo con una 
precisión decente será bastante alta tanto en precisión como en recuperación.

• Residuales: los residuos son la diferencia entre los valores reales y los valores pronosticados 
por el modelo. Un gráfico de residuos representa los residuos comparándolos con los valores 
correspondientes para visualizar su distribución y cualquier patrón o valor atípico. Una distribución 
normal de los residuos en torno a cero indica que el modelo es adecuado para los datos. Sin 
embargo, si los residuos están sesgados significativamente o tienen valores atípicos, puede indicar 
que el modelo está sobreajustando los datos o que hay otros problemas que deben abordarse.

• Densidad de errores: una gráfica de densidad de errores es una representación de la distribución 
de los errores cometidos por un modelo. Muestra la densidad de probabilidad de los errores 
en cada punto, lo que le ayuda a identificar cualquier área en la que el modelo pueda estar 
sobreajustándose o cometiendo errores sistemáticos.

Vea los modelos candidatos en la tabla de clasificación del modelo

Cuando crea un modelo en Amazon SageMaker Canvas, SageMaker entrena varios modelos 
candidatos o diferentes iteraciones del modelo y selecciona el que tenga el valor más alto para la 
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métrica de optimización de forma predeterminada. El modelo candidato predeterminado es la única 
versión que puede usar con las demás funciones de Canvas, como hacer predicciones, registrarse 
en el registro del modelo o implementarlo en un punto final.

Sin embargo, es posible que desee revisar todos los modelos candidatos y seleccionar un candidato 
diferente para que sea el modelo predeterminado. Puede ver todos los candidatos del modelo y más 
detalles sobre cada candidato en la tabla de clasificación del modelo en Canvas.

Para ver la tabla de clasificación del modelo, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. Elija el modelo que ha creado.

4. En el panel de navegación superior, elija la pestaña Analizar.

5. En la pestaña Analizar, elija la tabla de clasificación del modelo.

Se abre la página de la tabla de clasificación del modelo, que se parece a la siguiente captura de 
pantalla.
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Puede ver que el primer modelo candidato de la lista está marcado como el modelo predeterminado. 
Este es el modelo candidato con el que puede hacer predicciones o implementarlo en los puntos 
finales.

Para ver información métrica más detallada sobre los modelos candidatos y compararlos, puede 
elegir el icono Más opciones
( ) 
y elegir Ver detalles del modelo.

Important

La carga de los detalles del modelo para los modelos candidatos no predeterminados puede 
tardar unos minutos (normalmente menos de 10 minutos) y se aplican cargos de SageMaker 
alojamiento. Para más información, consulte Precios de SageMaker.
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El candidato modelo se abre en la pestaña Analizar y las métricas que se muestran son específicas 
de ese candidato modelo. Cuando termines de revisar las métricas del candidato modelo, puedes 
volver atrás o salir de la vista para volver a la tabla de clasificación del modelo.

Si quieres establecer el modelo predeterminado en un candidato diferente, puedes elegir el icono
Más opciones
( ) 
y elegir Cambiar al modelo predeterminado. Cambiar el modelo predeterminado por un modelo 
entrenado con el modo HPO puede tardar varios minutos.

Note

Si su modelo ya está implementado en producción, está registrado en el registro de modelos
o tiene automatizaciones configuradas, debe eliminar la implementación, el registro del 
modelo o las automatizaciones antes de cambiar el modelo predeterminado.

Referencia de métricas

En las siguientes secciones se describen las métricas que están disponibles en Amazon SageMaker 
Canvas para cada tipo de modelo.

Métricas para la predicción numérica

A continuación, se definen las métricas para la predicción numérica en SageMaker Canvas y se 
proporciona información sobre cómo utilizarlas.

• InferenceLatency — El tiempo aproximado que transcurre entre la solicitud de una predicción del 
modelo y su recepción desde un punto final en tiempo real en el que se implementa el modelo. 
Esta métrica se mide en segundos y solo está disponible para los modelos creados con el modo
Ensambling.

• MEA: error absoluto medio. De media, la predicción para la columna de destino es +/- {MAE} 
respecto al valor real.

Mide la diferencia entre los valores pronosticados y reales cuando se promedian entre todos los 
valores. El MAE se utiliza habitualmente en la predicción numérica para comprender el error de 
predicción del modelo. Si las predicciones son lineales, el MAE representa la distancia promedio 
desde una línea pronosticada hasta el valor real. El MAE se define como la suma de los errores 
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absolutos dividida por el número de observaciones. Los valores van desde 0 hasta el infinito, y los 
números más pequeños indican un mejor ajuste del modelo a los datos.

• MAPE: error porcentual absoluto medio. En promedio, la predicción para la columna objetivo es de 
+/- {MAPE}% respecto al valor real.

El MAPE es la media de las diferencias absolutas entre los valores reales y los valores previstos o 
estimados, dividida entre los valores reales y expresada en porcentaje. Un MAPE más bajo indica 
un mejor rendimiento, ya que significa que los valores previstos o estimados se acercan más a los 
valores reales.

• MSE: error cuadrático medio, o el promedio de las diferencias cuadráticas entre los valores 
pronosticados y reales.

Los valores de MSE son siempre positivos. Cuanto mejor prediga los valores reales un modelo, 
menor será el valor de MSE.

• R2: el porcentaje de la diferencia en la columna de destino que se puede explicar mediante la 
columna de entrada.

Cuantifica en qué medida un modelo puede explicar la varianza de una variable dependiente. Los 
valores oscilan entre uno (1) y menos uno (-1). Los números más altos indican una fracción más 
alta de la variabilidad explicada. Los valores cercanos a cero (0) indican que el modelo puede 
explicar muy poco de la variable dependiente. Los valores negativos indican un ajuste deficiente y 
que el rendimiento del modelo es superado por una función constante (o una línea horizontal).

• RMSE: error cuadrático medio raíz o desviación estándar de los errores.

Mide la raíz cuadrada de la diferencia entre los valores pronosticados y reales, y se promedia entre 
todos los valores. Se utiliza para entender los errores de predicción del modelo y es una métrica 
importante para indicar la presencia de errores y valores atípicos de gran tamaño en el modelo. 
Los valores van desde cero (0) hasta infinito, y los números más pequeños indican el modelo 
que se ajusta mejor a los datos. El RMSE depende de la escala y no debe usarse para comparar 
conjuntos de datos de diferentes tipos.

Métricas para la predicción categórica

En esta sección, se definen las métricas para la predicción categórica en SageMaker Canvas y se 
proporciona información sobre cómo utilizarlas.

La siguiente es una lista de las métricas disponibles para la predicción de 2 categorías:
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• Exactitud: la exactitud mide el porcentaje de predicciones correctas.

O bien, la relación entre el número de elementos pronosticados correctamente y el número total de 
predicciones. La precisión mide el grado de aproximación de los valores de clase pronosticados 
con respecto a los valores reales. Los valores de las métricas de precisión varían entre cero (0) y 
uno (1). Un valor de 1 indica una precisión perfecta y 0 indica una imprecisión total.

• AUC: un valor entre 0 y 1 que indica en qué medida el modelo es capaz de separar las categorías 
del conjunto de datos. Un valor de 1 indica que fue capaz de separar las categorías a la 
perfección.

• BalancedAccuracy — Mide la relación entre las predicciones precisas y todas las predicciones.

Esta relación se calcula después de normalizar los positivos verdaderos (TP) y los negativos 
verdaderos (TN) mediante el número total de valores positivos (P) y negativos (N). Se define 
de la siguiente manera:0.5*((TP/P)+(TN/N)), con valores que van de 0 a 1. La métrica de 
precisión equilibrada proporciona una mejor medida de la precisión cuando el número de positivos 
o negativos difiere mucho entre sí en un conjunto de datos desequilibrado, como cuando solo el 
1% del correo electrónico es spam.

• F1: una medida equilibrada de precisión que tiene en cuenta el equilibrio de clases.

Es la media armónica de las puntuaciones de precisión y recuperación, definidas de la siguiente 
manera:. F1 = 2 * (precision * recall) / (precision + recall) Las puntuaciones 
de F1 varían entre 0 y 1. Una puntuación de 1 indica el mejor rendimiento posible y 0 indica el 
peor.

• InferenceLatency — El tiempo aproximado que transcurre entre la solicitud de una predicción del 
modelo y su recepción desde un punto final en tiempo real en el que se implementa el modelo. 
Esta métrica se mide en segundos y solo está disponible para los modelos creados con el modo
Ensambling.

• LogLoss — La pérdida logarítmica, también conocida como pérdida de entropía cruzada, es 
una métrica que se utiliza para evaluar la calidad de las salidas probabilísticas, en lugar de las 
salidas en sí mismas. La pérdida logarítmica es una métrica importante para indicar, con una alta 
probabilidad, el momento en el que un modelo hace predicciones incorrectas. Los valores están 
comprendidos entre 0 e infinito. Un valor de 0 representa un modelo que predice perfectamente los 
datos.

• Precisión: de todas las veces que se predijo {categoría x}, la predicción fue correcta el {precisión} 
el% de las veces.
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La precisión mide el rendimiento de un algoritmo al predecir los verdaderos positivos (TP) de entre 
todos los positivos que identifica. Se define de la siguiente manera:Precision = TP/(TP+FP), 
con valores que van desde cero (0) hasta uno (1). La precisión es una métrica importante cuando 
el coste de un falso positivo es elevado. Por ejemplo, el coste de un falso positivo es muy elevado 
si el sistema de seguridad de un avión se equivoca al decir que es seguro volar. Un falso positivo 
(FP) refleja una predicción positiva que, en realidad, es negativa en los datos.

• Recordación: el modelo predijo correctamente que {recuerdo}% sería {categoría x} cuando 
{target_column} en realidad era {categoría x}.

La exhaustividad mide el rendimiento de un algoritmo a la hora de predecir correctamente todos 
los positivos verdaderos (TP) de un conjunto de datos. Un positivo verdadero es una predicción 
positiva que también es un valor positivo real en los datos. La recuperación se define de la 
siguiente manera:Recall = TP/(TP+FN), con valores que van de 0 a 1. Las puntuaciones 
más altas reflejan una mejor capacidad del modelo para predecir los verdaderos positivos (TP) 
en los datos. Tenga en cuenta que a menudo no es suficiente medir solo la recuperación, ya que 
al predecir cada salida como un verdadero positivo se obtiene una puntuación de recuperación 
perfecta.

La siguiente es una lista de las métricas disponibles para la predicción de más de 3 categorías:

• Exactitud: la exactitud mide el porcentaje de predicciones correctas.

O bien, la relación entre el número de elementos pronosticados correctamente y el número total de 
predicciones. La precisión mide el grado de aproximación de los valores de clase pronosticados 
con respecto a los valores reales. Los valores de las métricas de precisión varían entre cero (0) y 
uno (1). Un valor de 1 indica una precisión perfecta y 0 indica una imprecisión total.

• BalancedAccuracy — Mide la relación entre las predicciones precisas y todas las predicciones.

Esta relación se calcula después de normalizar los positivos verdaderos (TP) y los negativos 
verdaderos (TN) mediante el número total de valores positivos (P) y negativos (N). Se define 
de la siguiente manera:0.5*((TP/P)+(TN/N)), con valores que van de 0 a 1. La métrica de 
precisión equilibrada proporciona una mejor medida de la precisión cuando el número de positivos 
o negativos difiere mucho entre sí en un conjunto de datos desequilibrado, como cuando solo el 
1% del correo electrónico es spam.

• F1macro: la puntuación F1macro aplica la puntuación F1 calculando la precisión y la recuperación 
y, a continuación, tomando su media armónica para calcular la puntuación F1 de cada clase. A 
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continuación, el F1macro promedia las puntuaciones individuales para obtener la puntuación 
F1macro. Las puntuaciones de F1macro varían entre 0 y 1. Una puntuación de 1 indica el mejor 
rendimiento posible y 0 indica el peor.

• InferenceLatency — El tiempo aproximado que transcurre entre la solicitud de una predicción 
del modelo y su recepción desde un punto final en tiempo real en el que se despliega el modelo. 
Esta métrica se mide en segundos y solo está disponible para los modelos creados con el modo
Ensambling.

• LogLoss — La pérdida logarítmica, también conocida como pérdida de entropía cruzada, es 
una métrica que se utiliza para evaluar la calidad de las salidas probabilísticas, en lugar de las 
salidas en sí mismas. La pérdida logarítmica es una métrica importante para indicar, con una alta 
probabilidad, el momento en el que un modelo hace predicciones incorrectas. Los valores están 
comprendidos entre 0 e infinito. Un valor de 0 representa un modelo que predice perfectamente los 
datos.

• PrecisionMacro — Mide la precisión calculando la precisión de cada clase y promediando las 
puntuaciones para obtener la precisión de varias clases. Las puntuaciones oscilan entre cero (0) 
y uno (1). Las puntuaciones más altas reflejan la capacidad del modelo para predecir positivos 
verdaderos (TP) a partir de todos los positivos que identifica, promediados en varias clases.

• RecallMacro — Mide la memoria calculando la memoria de cada clase y promediando las 
puntuaciones para obtener la memoria de varias clases. Las puntuaciones oscilan entre 0 y 1. 
Las puntuaciones más altas reflejan la capacidad del modelo para predecir positivos verdaderos 
(TP) en un conjunto de datos, mientras que un resultado positivo verdadero refleja una predicción 
positiva que también es un valor positivo real en los datos. A menudo, no basta con medir solo 
la exhaustividad, ya que, si se predice cada salida como un verdadero positivo, se obtiene una 
puntuación de exhaustividad perfecta.

Ten en cuenta que para las predicciones de más de 3 categorías, también recibes las métricas 
promedio de F1, precisión, precisión y recuperación. Las puntuaciones de estas métricas son solo las 
puntuaciones de las métricas promediadas para todas las categorías.

Métricas para la predicción de imágenes y textos

La siguiente es una lista de las métricas disponibles para la predicción de imágenes y textos.

• Exactitud: la exactitud mide el porcentaje de predicciones correctas.

O bien, la relación entre el número de elementos pronosticados correctamente y el número total de 
predicciones. La precisión mide el grado de aproximación de los valores de clase pronosticados 
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con respecto a los valores reales. Los valores de las métricas de precisión varían entre cero (0) y 
uno (1). Un valor de 1 indica una precisión perfecta y 0 indica una imprecisión total.

• F1: una medida equilibrada de precisión que tiene en cuenta el equilibrio de clases.

Es la media armónica de las puntuaciones de precisión y recuperación, definidas de la siguiente 
manera:F1 = 2 * (precision * recall) / (precision + recall). Las puntuaciones 
de F1 varían entre 0 y 1. Una puntuación de 1 indica el mejor rendimiento posible y 0 indica el 
peor.

• Precisión: de todas las veces que se predijo {categoría x}, la predicción fue correcta el {precisión} 
el% de las veces.

La precisión mide el rendimiento de un algoritmo al predecir los verdaderos positivos (TP) de entre 
todos los positivos que identifica. Se define de la siguiente manera:Precision = TP/(TP+FP), 
con valores que van desde cero (0) hasta uno (1). La precisión es una métrica importante cuando 
el coste de un falso positivo es elevado. Por ejemplo, el coste de un falso positivo es muy elevado 
si el sistema de seguridad de un avión se equivoca al decir que es seguro volar. Un falso positivo 
(FP) refleja una predicción positiva que, en realidad, es negativa en los datos.

• Recordación: el modelo predijo correctamente que {recuerdo}% sería {categoría x} cuando 
{target_column} en realidad era {categoría x}.

La exhaustividad mide el rendimiento de un algoritmo a la hora de predecir correctamente todos 
los positivos verdaderos (TP) de un conjunto de datos. Un positivo verdadero es una predicción 
positiva que también es un valor positivo real en los datos. La recuperación se define de la 
siguiente manera:Recall = TP/(TP+FN), con valores que van de 0 a 1. Las puntuaciones 
más altas reflejan una mejor capacidad del modelo para predecir los verdaderos positivos (TP) 
en los datos. Tenga en cuenta que a menudo no es suficiente medir solo la recuperación, ya que 
al predecir cada salida como un verdadero positivo se obtiene una puntuación de recuperación 
perfecta.

Tenga en cuenta que, en el caso de los modelos de predicción de imágenes y textos en los que 
predice 3 o más categorías, también recibirá las métricas promedio de F1, precisión, precisión 
y recuperación. Las puntuaciones de estas métricas son solo el promedio de las puntuaciones 
métricas de todas las categorías.
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Métricas para previsiones de series temporales

A continuación, se definen las métricas avanzadas para las previsiones de series temporales en 
Amazon SageMaker Canvas y se proporciona información sobre cómo utilizarlas.

• Pérdida de cuantil ponderada media (wQL): evalúa el pronóstico promediando la exactitud de los 
cuantiles P10, P50 y P90. Un valor más bajo indica un modelo más exacto.

• Error porcentual absoluto ponderado (WAPE): suma del error absoluto normalizado por la suma 
del objetivo absoluto, que mide la desviación general de los valores pronosticados con respecto a 
los valores observados. Un valor más bajo indica un modelo más exacto, donde WAPE = 0 es un 
modelo sin errores.

• Error cuadrático medio (RMSE): la raíz cuadrada del promedio de errores cuadráticos. Un RMSE 
más bajo indica un modelo más exacto, donde RMSE = 0 es un modelo sin errores.

• Error porcentual absoluto medio (MAPE): el porcentaje de error (diferencia porcentual entre el 
valor medio previsto y el valor real) promediado en todos los puntos temporales. Un valor más bajo 
indica un modelo más exacto, donde MAPE = 0 es un modelo sin errores.

• Error escalado absoluto medio (MASE): el error absoluto medio de la previsión normalizado 
mediante el error absoluto medio de un método de previsión de referencia simple. Un valor más 
bajo indica un modelo más preciso, en el que MASE <1 se considera mejor que la referencia y 
MASE >1 se considera peor que la referencia.

Realización de predicciones para sus datos

Use el modelo personalizado que creó en SageMaker Canvas para hacer predicciones para 
sus datos. En las siguientes secciones se muestra cómo realizar predicciones para modelos de 
predicción numéricos y categóricos, modelos de predicción de imágenes y modelos de predicción 
de texto. Para obtener información sobre cómo realizar predicciones con un modelo de previsión de 
series temporales, consulte Realización de una previsión de series temporales.

Los modelos personalizados de predicción numérica y categórica, predicción de imágenes y 
predicción de texto permiten realizar los siguientes tipos de predicciones para sus datos:

• Predicciones únicas: una Predicción única se realiza cuando solo se necesita hacer una 
predicción. Por ejemplo, si tiene una imagen o un pasaje de texto que desea clasificar.

• Predicciones por lotes: una Predicción por lotes se realiza cuando se quiere hacer predicciones 
para un conjunto de datos completo. Por ejemplo, puede tener un archivo CSV de valoraciones 
de clientes sobre las que le gustaría predecir la opinión de los clientes, o tiene una carpeta de 
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archivos de imágenes que le gustaría clasificar. Debería hacer predicciones con un conjunto de 
datos que coincida con el conjunto de datos de entrada. Canvas le permite realizar predicciones 
por lotes manualmente, o puede configurar predicciones por lotes automáticas que se inician cada 
vez que se actualiza un conjunto de datos específico en Canvas.

Para cada predicción o conjunto de predicciones, SageMaker Canvas devuelve lo siguiente:

• Los valores previstos

• La probabilidad de que el valor previsto sea correcto

Introducción

Elija uno de los siguientes flujos de trabajo para realizar predicciones con su modelo personalizado:

• Realización de predicciones por lotes

• Predicciones únicas

Después de generar predicciones con el modelo, también puede tomar las siguientes medidas:

• Actualización de su modelo creando una nueva versión. Si quiere intentar mejorar la precisión 
de la predicción de su modelo, puede crear nuevas versiones del modelo. Puede actualizar los 
datos o cambiar cualquier transformación avanzada que haya utilizado y, a continuación, revisar y 
comparar las versiones del modelo para elegir la mejor.

• Registre una versión del modelo en el registro de SageMaker modelos. Puede registrar versiones 
de su modelo en el registro de SageMaker modelos, que es una función para rastrear y administrar 
el estado de las versiones del modelo y los procesos de aprendizaje automático. Un científico de 
datos o un usuario del equipo MLOps con acceso al registro de SageMaker modelos puede revisar 
las versiones del modelo y aprobarlas o rechazarlas antes de implementarlas en producción.

• Envía tus predicciones de lotes a Amazon QuickSight. En Amazon QuickSight, puede crear 
y publicar cuadros de mando con sus conjuntos de datos de predicción por lotes. Esto puede 
ayudarle a analizar y compartir los resultados generados por su modelo personalizado.
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Predicciones únicas

Note

En esta sección se describe cómo obtener predicciones únicas de su modelo en la aplicación 
de Canvas. Para obtener información sobre cómo realizar invocaciones en tiempo real en 
un entorno de producción mediante la implementación del modelo en un punto de conexión, 
consulte Implementación de sus modelos en un punto de conexión.

Realice predicciones únicas si desea obtener una predicción para un único punto de datos. Puede 
usar esta característica para obtener predicciones en tiempo real o para experimentar con valores 
individuales cambiantes para ver cómo afectan al resultado de la predicción.

Elija uno de los siguientes procedimientos según el tipo de modelo.

Realización de predicciones únicas con modelos de predicción numéricos y categóricos

Para realizar una predicción única para un modelo de predicción numérico o categórico, haga lo 
siguiente:

1. En el panel de navegación izquierdo de la aplicación de Canvas, elija Mis modelos.

2. En la página Mis modelos, elija su modelo.

3. Tras abrir el modelo, seleccione la pestaña Predecir.

4. En la página Ejecutar predicciones, elija Predicción única.

5. Para cada campo de Columna, que representa las columnas de los datos de entrada, puede 
cambiar el Valor. Seleccione el menú desplegable correspondiente al Valor que desea cambiar. 
En el caso de los campos numéricos, puede introducir un número nuevo. Para los campos con 
etiquetas, puede seleccionar una etiqueta diferente.

6. Cuando lo tenga todo listo para generar la predicción, en el panel de Predicción de la derecha, 
elija Actualizar.

En el panel de Predicción de la derecha, verá el resultado de la predicción. Puede Copiar el gráfico 
de resultados de la predicción, o también puede seleccionar Descargar para descargar el gráfico de 
resultados de la predicción como una imagen o para descargar los valores y la predicción como un 
archivo CSV.
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Realización de predicciones únicas con modelos de predicción de imágenes

Para realizar una predicción única para un modelo de predicción de imágenes de etiqueta única, 
haga lo siguiente:

1. En el panel de navegación izquierdo de la aplicación de Canvas, elija Mis modelos.

2. En la página Mis modelos, elija su modelo.

3. Tras abrir el modelo, seleccione la pestaña Predecir.

4. En la página Ejecutar predicciones, elija Predicción única.

5. Elija Importar paquete.

6. Se le pedirá que suba una imagen. Puede cargar una imagen desde el equipo local o desde un 
bucket de Amazon S3.

7. Seleccione Importar para importar la imagen y generar la predicción.

En el panel de Resultados de la predicción de la derecha, el modelo muestra las posibles etiquetas 
para la imagen junto con una puntuación de Confianza para cada etiqueta. Por ejemplo, el modelo 
podría predecir la etiqueta mar de una imagen, con una puntuación de confianza del 96 %. Es 
posible que el modelo haya predicho la imagen como un glaciar con solo una puntuación de 
confianza del 4 %. Por lo tanto, puede determinar que su modelo es bastante seguro a la hora de 
predecir imágenes del mar.

Realización de predicciones únicas con modelos de predicción de texto

Para realizar una predicción única para un modelo de predicción de texto multicategoría, haga lo 
siguiente:

1. En el panel de navegación izquierdo de la aplicación de Canvas, elija Mis modelos.

2. En la página Mis modelos, elija su modelo.

3. Tras abrir el modelo, seleccione la pestaña Predecir.

4. En la página Ejecutar predicciones, elija Predicción única.

5. En el campo de Texto, introduzca el texto para el que quiera obtener una predicción.

6. Seleccione Generar resultados de predicción para obtener su predicción.

En el panel de Resultados de la predicción en el lado derecho verá un análisis del texto, además 
de una puntuación de Confianza para cada posible etiqueta. Por ejemplo, si ha escrito una buena 
reseña sobre un producto, podría obtener un Positivo con una puntuación de confianza del 85 %, 
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mientras que la puntuación de confianza de Neutral podría ser del 10 % y la puntuación de confianza 
de Negativo solo del 5 %.

Realización de predicciones por lotes

Realice predicciones por lotes cuando tenga un conjunto de datos completo para el que desee 
generar predicciones.

Hay dos tipos de predicciones por lotes que puede realizar:

• Las predicciones por lotes manuales e producen cuando tiene un conjunto de datos para el que 
quiera hacer predicciones únicas.

• Las predicciones por lotes automáticas se producen cuando se establece una configuración que 
ejecuta una predicción por lotes cada vez que se actualiza un conjunto de datos específico. Por 
ejemplo, si ha configurado actualizaciones semanales en un conjunto de datos de inventario de 
SageMaker Canvas, puede configurar predicciones de lotes automáticas que se ejecuten siempre 
que actualice el conjunto de datos. Tras configurar un flujo de trabajo de predicciones por lotes 
automatizado, consulte Administración de automatizaciones para obtener más información sobre 
cómo ver y editar los detalles de la configuración. Para obtener más información acerca de la 
configuración de actualizaciones de conjuntos de datos automáticas, consulte Configuración de las 
actualizaciones automáticas de un conjunto de datos.

Note

Solo puede configurar predicciones por lotes automáticas para conjuntos de datos 
importados mediante carga local o Amazon S3. Además, las predicciones por lotes 
automáticas solo se pueden ejecutar mientras tenga la sesión iniciada en la aplicación de 
Canvas. Si cierra sesión en Canvas, los trabajos de predicción automática por lotes se 
reanudarán cuando vuelva a iniciar sesión.

Para empezar, revise la siguiente sección para conocer los requisitos del conjunto de datos de 
predicción por lotes y, a continuación, elija uno de los siguientes flujos de trabajo de predicción por 
lotes manuales o automáticos.

Requisitos del conjunto de datos para la predicción por lotes

Para las predicciones por lotes, asegúrese de que sus conjuntos de datos cumplan los requisitos 
descritos en Creación de un conjunto de datos.
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Es posible que no pueda realizar predicciones en algunos conjuntos de datos porque tienen
esquemas incompatibles. Un esquema es una estructura organizativa. En el caso de un conjunto 
de datos tabular, el esquema son los nombres de las columnas y el tipo de datos de las columnas. 
Puede producirse un esquema incompatible por las razones siguientes:

• El conjunto de datos que utiliza para hacer predicciones tiene menos columnas que el conjunto de 
datos que utiliza para crear el modelo.

• Los tipos de datos de las columnas que utilizó para crear el conjunto de datos pueden ser 
diferentes de los tipos de datos del conjunto de datos que utiliza para hacer predicciones.

• El conjunto de datos que utiliza para hacer predicciones y el conjunto de datos que ha utilizado 
para crear el modelo tienen nombres de columna que no coinciden. En los nombres de columna se 
distingue entre mayúsculas y minúsculas. Column1 no es lo mismo que column1.

Para asegurarse de que puede generar correctamente las predicciones por lotes, haga coincidir el 
esquema de su conjunto de datos de predicciones por lotes con el conjunto de datos que utilizó para 
entrenar el modelo.

Note

En el caso de las predicciones por lotes, si eliminó alguna columna al crear el modelo, 
Canvas volverá a agregar las columnas eliminadas a los resultados de la predicción. Sin 
embargo, Canvas no agrega las columnas eliminadas a sus predicciones por lotes para los 
modelos de series temporales.

Realización de predicciones por lotes manuales

Elija uno de los siguientes procedimientos para realizar predicciones por lotes manuales según el tipo 
de modelo.

Realización de predicciones por lotes manuales con modelos de predicción numéricos y categóricos

Para realizar predicciones por lotes manuales para un modelo de predicción numérico o categórico, 
haga lo siguiente:

1. En el panel de navegación izquierdo de la aplicación de Canvas, elija Mis modelos.

2. En la página Mis modelos, elija su modelo.

3. Tras abrir el modelo, seleccione la pestaña Predecir.
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4. En la página Ejecutar predicciones, elija Predicción por lotes.

5. Elija Seleccionar conjunto de datos si ya ha importado su conjunto de datos. Si no es así, 
seleccione Importar un nuevo conjunto de datos y, a continuación, se le guiará a lo largo del flujo 
de trabajo de importación de datos.

6. En la lista de conjuntos de datos disponibles, seleccione su conjunto de datos y elija Generar 
predicciones para obtener sus predicciones.

Cuando termine de ejecutarse el trabajo de predicción, en la página Ejecutar 
predicciones, verá un conjunto de datos de salida en la sección Predicciones. Este 
conjunto de datos contiene los resultados y, si selecciona el icono Más opciones
( ), 
puede seleccionar Vista previa para ver una vista previa de los datos del resultado. Puede ver los 
datos de entrada que coinciden con la predicción y la probabilidad de que la predicción sea correcta. 
A continuación, puede elegir Descargar la predicción y descargar los resultados en un archivo.

Realización de predicciones por lotes manuales con modelos de predicción de imágenes

Para realizar predicciones por lotes manuales para un modelo de predicción de imágenes de etiqueta 
única, haga lo siguiente:

1. En el panel de navegación izquierdo de la aplicación de Canvas, elija Mis modelos.

2. En la página Mis modelos, elija su modelo.

3. Tras abrir el modelo, seleccione la pestaña Predecir.

4. En la página Ejecutar predicciones, elija Predicción por lotes.

5. Elija Seleccionar conjunto de datos si ya ha importado su conjunto de datos. Si no es así, 
seleccione Importar un nuevo conjunto de datos y, a continuación, se le guiará a lo largo del flujo 
de trabajo de importación de datos.

6. En la lista de conjuntos de datos disponibles, seleccione su conjunto de datos y elija Generar 
predicciones para obtener sus predicciones.

Cuando termine de ejecutarse el trabajo de predicción, en la página Ejecutar 
predicciones, verá un conjunto de datos de salida en la sección Predicciones. Este 
conjunto de datos contiene los resultados y, si selecciona el icono Más opciones
( ), 
puede seleccionar Ver resultados de predicción para ver los datos del resultado. Puede ver las 
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imágenes junto con sus etiquetas pronosticadas y sus puntuaciones de confianza. A continuación, 
puede elegir Descargar la predicción para descargar los resultados en un archivo CSV o ZIP.

Realización de predicciones por lotes manuales con modelos de predicción de texto

Para realizar predicciones por lotes manuales para un modelo de predicción de texto multicategoría, 
haga lo siguiente:

1. En el panel de navegación izquierdo de la aplicación de Canvas, elija Mis modelos.

2. En la página Mis modelos, elija su modelo.

3. Tras abrir el modelo, seleccione la pestaña Predecir.

4. En la página Ejecutar predicciones, elija Predicción por lotes.

5. Elija Seleccionar conjunto de datos si ya ha importado su conjunto de datos. Si no es así, 
seleccione Importar un nuevo conjunto de datos y, a continuación, se le guiará a lo largo del flujo 
de trabajo de importación de datos. El conjunto de datos que elija debe tener la misma columna 
de origen que el conjunto de datos con el que creó el modelo.

6. En la lista de conjuntos de datos disponibles, seleccione su conjunto de datos y elija Generar 
predicciones para obtener sus predicciones.

Cuando termine de ejecutarse el trabajo de predicción, en la página Ejecutar 
predicciones, verá un conjunto de datos de salida en la sección Predicciones. Este 
conjunto de datos contiene los resultados y, si selecciona el icono Más opciones
( ), 
puede seleccionar Vista previa para ver los datos del resultado. Puede ver las imágenes junto 
con sus etiquetas pronosticadas y sus puntuaciones de confianza. A continuación, puede elegir
Descargar la predicción y descargar los resultados.

Realización de predicciones automáticas por lotes

Para configurar un programa de predicciones por lotes automáticas, haga lo siguiente:

1. En el panel de navegación izquierdo de Canvas, elija Mis modelos.

2. Elija su modelo.

3. Seleccione la pestaña Predecir.

4. Elija Predicción por lotes.

5. En Generar predicciones, seleccione Automático.
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6. Aparece el cuadro de diálogo Automatizar las predicciones por lotes. Elija Seleccionar conjunto de 
datos y seleccione el conjunto de datos para el que quiera automatizar las predicciones. Tenga en 
cuenta que solo puede seleccionar un conjunto de datos que se haya importado mediante carga 
local o Amazon S3.

7. Tras seleccionar un conjunto de datos, seleccione Configurar.

Canvas ejecuta un trabajo de predicciones por lotes para el conjunto de datos después de establecer 
la configuración. Luego, cada vez que Actualización de un conjunto de datos, ya sea de forma 
manual o automática, se ejecuta otro trabajo de predicciones por lotes.

Cuando termine de ejecutarse el trabajo de predicción, en la página Ejecutar 
predicciones, verá un conjunto de datos de salida en la sección Predicciones. Este 
conjunto de datos contiene los resultados y, si selecciona el icono Más opciones
( ), 
puede seleccionar Vista previa para ver una vista previa de los datos del resultado. Puede ver los 
datos de entrada que coinciden con la predicción y la probabilidad de que la predicción sea correcta. 
A continuación, puede elegir Descargar para descargar los resultados.

En las siguientes secciones se describe cómo ver, actualizar y eliminar la configuración de predicción 
por lotes automática a través de la página de Conjuntos de datos de la aplicación de Canvas. 
Solo puede configurar un máximo de 20 configuraciones automáticas en Canvas. Para obtener 
más información sobre cómo ver su historial de trabajos de predicciones por lotes automáticas o 
realizar cambios en la configuración automática a través de la página Automatizaciones, consulte
Administración de automatizaciones.

Visualización de sus trabajos de predicción automática por lotes

Para ver su historial de trabajos para sus predicciones automáticas por lotes, vaya a la pestaña
Predecir de su modelo.

Cada trabajo de predicción automática por lotes aparece en la pestaña Predecir de su modelo. En
Predicciones, puede ver las pestañas Todos los trabajos y Configuración:

• Todos los trabajos: en esta pestaña, puede ver todos los trabajos de predicción 
por lotes de este modelo. Puede filtrar los trabajos por nombre de configuración. 
Para cada trabajo, puede ver campos como el Conjunto de datos de entrada, que 
incluye la versión del conjunto de datos, y el Tipo de predicción, por ejemplo, si las 
predicciones fueron automáticas o manuales. Si selecciona el icono Más opciones
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( ), 
puede elegir Ver predicción o Descargar predicción.

• Configuración: en esta pestaña, puede ver todas las configuraciones de predicción 
automática por lotes que ha creado para este modelo. Para cada configuración, 
puede ver campos como la marca temporal del momento en que fue Creada, 
el Conjunto de datos de entrada del que se hace un seguimiento en busca de 
actualizaciones y el Siguiente trabajo programado. Si selecciona el icono Más opciones
( ), 
puede elegir Ver todos los trabajos para ver el historial de trabajos y los trabajos en curso de la 
configuración.

Edición de su configuración de predicción automática por lotes

Es posible que desee realizar cambios en la configuración de actualización automática de un 
conjunto de datos, como cambiar la frecuencia de las actualizaciones. También puede desactivar la 
configuración de actualización automática para pausar las actualizaciones del conjunto de datos.

Cuando se edita una configuración de predicción por lotes, se puede cambiar el conjunto de datos 
de destino pero no la frecuencia (ya que las predicciones por lotes automáticas se producen siempre 
que se actualiza el conjunto de datos).

Para editar la configuración de actualización automática, haga lo siguiente:

1. Vaya a la pestaña Predecir de su modelo.

2. En Predicciones, elija la pestaña Configuración.

3. Busque su configuración y elija el icono Más opciones
( ).

4. Desde el menú desplegable, elija Crear una configuración.

5. Se abre el cuadro de diálogo Automatizar las predicciones por lotes. Puede seleccionar otro 
conjunto de datos y elegir Configurar para guardar los cambios.

Su configuración de predicciones por lotes automáticas ahora está actualizada.

Para pausar las predicciones por lotes automáticas, desactive la configuración automática de la 
siguiente manera:

1. Vaya a la pestaña Predecir de su modelo.
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2. En Predicciones, elija la pestaña Configuración.

3. Busque su configuración en la lista y desactive la opción de Actualización automática.

Las predicciones por lotes automáticas ahora están pausadas. Puede volver a activar esta opción en 
cualquier momento para reanudar la programación de actualizaciones.

Eliminación de su configuración de predicción automática por lotes

Para obtener información sobre cómo eliminar la configuración de predicción de lotes automática, 
consulte Eliminación de una configuración automática.

También puede eliminar la configuración del modo siguiente:

1. Vaya a la pestaña Predecir de su modelo.

2. En Predicciones, elija la pestaña Configuración.

3. Busque su configuración en la lista y elija el icono Más opciones
( ).

4. Desde el menú desplegable, elija Eliminar configuración.

Ahora debería eliminarse su configuración.

Enviar predicciones a Amazon QuickSight

Note

Puedes enviar predicciones por lotes a Amazon QuickSight para obtener modelos de 
predicción numérica y categórica y de series temporales. También puede enviar predicciones 
generadas con modelos BYOM. Se excluyen los modelos de predicción de imágenes de 
etiqueta única y de predicción de texto multicategoría.

Una vez que genere predicciones por lotes con modelos tabulares personalizados en SageMaker 
Canvas, podrá enviar esas predicciones como archivos CSV a Amazon QuickSight, que es un 
servicio de inteligencia empresarial (BI) para crear y publicar cuadros de mando predictivos.

Por ejemplo, si ha creado un modelo de predicción de dos categorías para determinar si un 
cliente abandonará sus clientes, puede crear un panel predictivo visual QuickSight para mostrar el 
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porcentaje de clientes que se espera que abandonen el mercado. Para obtener más información 
sobre Amazon QuickSight, consulta la Guía del QuickSight usuario de Amazon.

En las siguientes secciones, se muestra cómo enviar las predicciones de tus lotes QuickSight para 
su análisis.

Antes de empezar

Su usuario debe tener los permisos AWS Identity and Access Management (IAM) necesarios para 
enviar sus predicciones a QuickSight. El administrador puede configurar los permisos de IAM para 
su usuario. Para obtener más información, consulte Conceda a sus usuarios permisos para enviar 
predicciones a Amazon QuickSight.

Tu QuickSight cuenta debe contener el espacio de default nombres, que se configuró cuando 
creaste la cuenta por primera vez. QuickSight Ponte en contacto con tu administrador para que te 
ayude a acceder a. QuickSight Para obtener más información, consulta Configuración para Amazon 
QuickSight en la Guía del QuickSight usuario de Amazon.

Su QuickSight cuenta debe crearse en la misma región que su aplicación de Canvas. Si la región de 
origen de su QuickSight cuenta es diferente de la región de su aplicación de Canvas, debe cerrar
y volver a crear su QuickSight cuenta o configurar una aplicación de Canvas en la misma región 
que su QuickSight cuenta. Puede comprobar su región de QuickSight origen haciendo lo siguiente 
(suponiendo que ya tenga una QuickSight cuenta):

1. Abre la QuickSight consola.

2. Cuando se carga la página, su región de QuickSight origen se adjunta a la URL en el siguiente 
formato:https://<your-home-region>.quicksight.aws.amazon.com/.

Debe conocer los nombres de usuario de QuickSight los usuarios a los que desea enviar sus 
predicciones. Puede enviarse las predicciones a usted mismo o a otros usuarios que tengan los 
permisos adecuados. Los usuarios a los que envíes predicciones deben estar en el espacio de
default nombres de tu QuickSight cuenta y tener el Author rol o rol. Admin QuickSight

Además, QuickSight debe tener acceso al bucket de Amazon S3 SageMaker predeterminado para su 
dominio, cuyo nombre tiene el siguiente formato:sagemaker-{REGION}-{ACCOUNT_ID}. La región 
debe ser la misma que la región de origen de su QuickSight cuenta y la región de su aplicación 
Canvas. Para obtener información sobre cómo dar QuickSight acceso a las predicciones de lotes 
almacenadas en su bucket de Amazon S3, consulte el tema No puedo conectarme a Amazon S3 en 
la Guía del QuickSight usuario de Amazon.
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Formatos de datos admitidos

Antes de enviar sus predicciones, compruebe que el formato de datos de sus predicciones por lotes 
es compatible con QuickSight.

• Para obtener más información sobre los formatos de datos aceptados para los datos de series 
temporales, consulta Formatos de fecha compatibles en la Guía del QuickSight usuario de 
Amazon.

• Para obtener más información sobre los valores de datos que podrían impedirle enviar a 
QuickSight, consulte Valores no admitidos en los datos en la Guía del QuickSight usuario de 
Amazon.

Ten en cuenta también que Amazon QuickSight usa el carácter " como calificador de texto, por lo 
que si tus datos de Canvas contienen algún " carácter, asegúrate de cerrar todas las comillas que 
coincidan. Cualquier comilla que no coincida puede provocar problemas al enviar el conjunto de 
datos a. QuickSight

Envíe sus predicciones de lotes a QuickSight

Utilice el siguiente procedimiento para enviar sus predicciones a QuickSight:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. En la página Mis modelos, elija su modelo.

4. Seleccione la pestaña Predecir.

5. En Predicciones, seleccione el conjunto de datos (o conjuntos de datos) de predicciones por 
lotes que quiera compartir. Puede compartir hasta 5 conjuntos de datos de predicciones por 
lotes a la vez.

6. Tras seleccionar el conjunto de datos, selecciona Enviar a Amazon QuickSight.

Note

El QuickSight botón Enviar a Amazon no se activa a menos que selecciones uno o más 
conjuntos de datos.
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Como alternativa, puede obtener una vista previa de sus predicciones seleccionando el icono
Más opciones
( ) 
y, a continuación, Ver los resultados de la predicción. En la vista previa del conjunto de datos, 
puedes elegir Enviar a Amazon QuickSight. La siguiente captura de pantalla muestra el 
QuickSight botón Enviar a Amazon en una vista previa del conjunto de datos.

7. En el cuadro de QuickSight diálogo Enviar a Amazon, haga lo siguiente:

a. En el caso de QuickSight los usuarios, introduce el nombre de QuickSight los usuarios a 
los que quieres enviar tus predicciones. Si quiere enviárselas a usted mismo, introduzca su 
propio nombre de usuario. Solo puedes enviar predicciones a los usuarios del espacio de
default nombres de la QuickSight cuenta, y el usuario debe tener el Admin rol Author o 
en él. QuickSight

b. Seleccione Enviar.
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La siguiente captura de pantalla muestra el cuadro de QuickSight diálogo Enviar a Amazon:

Después de enviar las predicciones por lotes, el QuickSightcampo de los conjuntos de datos que 
envió aparece como. Sent En el cuadro de confirmación que confirma el envío de tus predicciones, 
puedes elegir Open Amazon QuickSight para abrir tu QuickSight solicitud. Si ha terminado de usar 
Canvas, debe cerrar sesión en la aplicación de Canvas.

Los QuickSight usuarios a los que ha enviado los conjuntos de datos pueden abrir su QuickSight 
aplicación y ver los conjuntos de datos de Canvas que se han compartido con ellos. A continuación, 
pueden crear paneles predictivos con los datos. Para obtener más información, consulta Cómo 
empezar con el análisis de QuickSight datos de Amazon en la Guía del QuickSight usuario de 
Amazon.

De forma predeterminada, todos los usuarios a los que envías predicciones tienen permisos de 
propietario para el conjunto de datos QuickSight. Los propietarios pueden crear análisis, actualizar, 
editar, eliminar y volver a compartir conjuntos de datos. Los cambios que los propietarios realizan 
en un conjunto de datos cambian el conjunto de datos para todos los usuarios con acceso. Para 
cambiar los permisos, ve al conjunto de datos QuickSight y gestiona sus permisos. Para obtener más 
información, consulte Visualización y edición de los usuarios con permisos con los que se comparte 
un conjunto de datos en la Guía del QuickSight usuario de Amazon.
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Descargue un modelo de cuaderno

Note

La función de cuaderno modelo solo está disponible para modelos tabulares y modelos de 
base ajustados con precisión. Las libretas modelo no son compatibles con los modelos de 
predicción de imágenes, predicción de texto o previsión de series temporales.
Si desea generar un modelo de bloc de notas para un modelo tabular creado antes del 
lanzamiento de esta función, debe volver a crear el modelo para generar un bloc de notas.

Para los modelos aptos que haya creado correctamente en Amazon SageMaker Canvas, se 
generará un cuaderno de Jupyter que contiene un informe de todos los pasos de creación del 
modelo. Este cuaderno de Jupyter contiene código Python que puede ejecutar localmente o en un 
entorno como Amazon SageMaker Studio Classic para replicar los pasos necesarios para crear su 
modelo. El cuaderno puede resultarle útil si quiere experimentar con el código o ver los detalles del 
backend de cómo Canvas crea modelos.

Para acceder al cuaderno modelo, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. Elija el modelo y la versión que creó.

4. En la página de la versión del modelo, elija el icono Más opciones
( ) 
del encabezado.

5. En el menú desplegable, selecciona Ver bloc de notas.

6. Aparece una ventana emergente con el contenido de la libreta. Puede seleccionar Descargar y, 
a continuación, realizar una de las siguientes acciones:

a. Seleccione Descargar para guardar el contenido del bloc de notas en su dispositivo local.

b. Elija Copy S3 URI para copiar la ubicación de Amazon S3 en la que está almacenado el 
bloc de notas. El bloc de notas se almacena en el depósito de Amazon S3 especificado en 
la configuración de almacenamiento de Canvas, que se configura en la Requisitos previos 
para configurar Amazon Canvas SageMaker  sección.
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Ahora debería poder ver el bloc de notas de forma local o como un objeto en Amazon S3. Puede 
cargar el cuaderno en un IDE para editar y ejecutar el código, o puede compartir el cuaderno con 
otros miembros de su organización para que lo revisen.

Envía tu modelo a Amazon QuickSight

Si usa Amazon QuickSight y quiere aprovechar SageMaker Canvas en sus QuickSight 
visualizaciones, puede crear un modelo de Amazon SageMaker Canvas y usarlo como un campo 
predictivo en su QuickSight conjunto de datos. Un campo predictivo es un campo de su QuickSight 
conjunto de datos que puede realizar predicciones para una columna determinada del conjunto de 
datos, de forma similar a como los usuarios de Canvas hacen predicciones individuales o por lotes 
con un modelo. Para obtener más información sobre cómo integrar las capacidades predictivas de 
Canvas en sus QuickSight conjuntos de datos de Amazon, consulte la integración de SageMaker 
Canvas en la Guía del QuickSight usuario de Amazon.

Los siguientes pasos explican cómo puede añadir un campo predictivo a su QuickSight conjunto de 
datos mediante un modelo de Canvas:

1. Abra la aplicación de Canvas y cree un modelo con su conjunto de datos.

2. Después de crear el modelo en Canvas, envíelo a QuickSight. Al enviar el modelo a, se 
descarga automáticamente un archivo de esquema en su máquina local QuickSight. En el 
siguiente paso, cargue este archivo de esquema QuickSight en.

3. Abre QuickSight y elige un conjunto de datos con el mismo esquema que el conjunto de datos 
que usaste para crear el modelo. Agregue un campo predictivo al conjunto de datos y haga lo 
siguiente:

a. Especifique el modelo enviado desde Canvas.

b. Cargue el archivo de esquema que se descargó en el paso 2.

4. Guarde y publique los cambios y, a continuación, genere predicciones para el nuevo conjunto de 
datos. QuickSight utiliza el modelo para rellenar la columna de destino con predicciones.

Para enviar un modelo de Canvas a QuickSight, debe cumplir los siguientes requisitos previos:

• Debe tener tanto Canvas como QuickSight una configuración. Su QuickSight cuenta debe crearse 
de la Región de AWS misma manera que su aplicación de Canvas. Si la región de origen de su 
QuickSight cuenta es diferente de la región de su aplicación de Canvas, debe cerrar y volver 
a crear su QuickSight cuenta o configurar una aplicación de Canvas en la misma región que 
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su QuickSight cuenta. Su QuickSight cuenta también debe contener el espacio de nombres 
predeterminado, que configuró al crear su cuenta por primera vez. QuickSight Ponte en contacto 
con tu administrador para que te ayude a acceder a. QuickSight Para obtener más información, 
consulta Configuración para Amazon QuickSight en la Guía del QuickSight usuario de Amazon.

• Tu usuario debe tener los permisos AWS Identity and Access Management (IAM) necesarios para 
enviar tus predicciones a QuickSight. El administrador puede configurar los permisos de IAM para 
su usuario. Para obtener más información, consulta Cómo conceder a tus usuarios permisos para 
enviar predicciones a Amazon QuickSight.

• QuickSight debe tener acceso al depósito de Amazon S3 que especificó para el almacenamiento 
de aplicaciones de Canvas. Para obtener más información, consulte Configurar el almacenamiento 
de Amazon S3.

Pronósticos de series temporales en Amazon SageMaker Canvas

Note

Los modelos de previsión de series temporales solo se admiten para conjuntos de datos 
tabulares.

Amazon SageMaker Canvas le permite utilizar pronósticos de series temporales de aprendizaje 
automático. Las previsiones de series temporales le permiten realizar predicciones que pueden variar 
con el tiempo.

Puede hacer una previsión de series temporales para los siguientes ejemplos:

• Previsión del inventario para los próximos meses.

• Cantidad de artículos vendidos en los próximos cuatro meses.

• Efecto de reducir el precio en las ventas durante la temporada navideña.

• Inventario de artículos en los próximos 12 meses.

• Número de clientes que entrarán en una tienda en las próximas horas.

• Predicción de cómo afecta una reducción del 10 % en el precio de un producto a las ventas 
durante un período de tiempo.

Para realizar una previsión de series temporales, el conjunto de datos debe tener lo siguiente:
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• Una columna de fecha y hora con todos los valores del tipo datetime.

• Una columna de destino que contenga los valores que se utilizan para pronosticar valores futuros.

• Una columna de identificación de artículo que contiene identificadores únicos para cada elemento 
del conjunto de datos, como los números de SKU.

Los valores datetime de la columna de marca temporal deben usar uno de los siguientes formatos:

• YYYY-MM-DD HH:MM:SS

• YYYY-MM-DDTHH:MM:SSZ

• YYYY-MM-DD

• MM/DD/YY

• MM/DD/YY HH:MM

• MM/DD/YYYY

• YYYY/MM/DD HH:MM:SS

• YYYY/MM/DD

• DD/MM/YYYY

• DD/MM/YY

• DD-MM-YY

• DD-MM-YYYY

Puede realizar previsiones para los siguientes intervalos:

• 1 min

• 5 min

• 15 min

• 30 min

• 1 hora

• 1 día

• 1 semana

• 1 mes

• 1 año
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Valores futuros en su conjunto de datos de entrada

Canvas detecta automáticamente las columnas de su conjunto de datos que podrían contener 
valores futuros. Si están presentes, estos valores pueden mejorar la precisión de las predicciones. 
Canvas marca estas columnas específicas con una etiqueta Future values. Canvas deduce la 
relación entre los datos de estas columnas y la columna de destino que está intentando predecir y 
utiliza esa relación para generar previsiones más precisas.

Por ejemplo, puede prever la cantidad de helado que venderá una tienda de comestibles. Para hacer 
una previsión, debe tener una columna de fecha y hora y una columna que indique la cantidad de 
helado que vendió la tienda. Para obtener una previsión más precisa, su conjunto de datos también 
puede incluir el precio, la temperatura ambiente, el sabor del helado o un identificador único del 
helado.

Las ventas de helados pueden aumentar cuando el clima es más cálido. Una disminución en el 
precio del helado podría provocar la venta de más unidades. Tener una columna con datos de 
temperatura ambiente y otra con datos de precios puede mejorar la capacidad de pronosticar el 
número de unidades de helado que vende la tienda de comestibles.

Si bien proporcionar valores futuros es opcional, le ayuda a realizar análisis hipotéticos directamente 
en la aplicación de Canvas, lo que le muestra cómo los cambios en los valores futuros podrían alterar 
sus predicciones.

Gestión de valores faltantes

Es posible que le falten datos por diferentes motivos. El motivo de la falta de datos podría indicar 
cómo quiere que Canvas los impute. Por ejemplo, su organización podría usar un sistema automático 
que solo registre cuándo se produce una venta. Si utiliza un conjunto de datos que provenga de este 
tipo de sistema automático, tendrá valores faltantes en la columna de destino.

Important

Si faltan valores en la columna de destino, te recomendamos que utilices un conjunto 
de datos que no los contenga. SageMaker Canvas usa la columna objetivo para 
pronosticar valores futuros. Los valores faltantes en la columna de destino pueden reducir 
considerablemente la precisión de la previsión.
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En el caso de los valores faltantes en el conjunto de datos, Canvas imputa automáticamente los 
valores faltantes rellenando la columna de destino con 0 y otras columnas numéricas con el valor de 
la mediana de la columna.

Sin embargo, puede seleccionar su propia lógica de rellenado para la columna de destino y 
otras columnas numéricas de sus conjuntos de datos. Las columnas de destino tienen pautas y 
restricciones de llenado diferentes a las del resto de las columnas numéricas. Las columnas de 
destino se rellenan hasta el final del período histórico, mientras que las columnas numéricas se 
rellenan tanto para los períodos históricos como para los futuros hasta el final del horizonte de 
previsión. Canvas solo rellena los valores futuros en una columna numérica si sus datos tienen al 
menos un registro con una marca de tiempo futura y un valor para esa columna específica.

Puede elegir una de las siguientes opciones de lógica de rellenado para imputar valores faltantes en 
sus datos:

• zero: rellenar con 0.

• NaN: rellenar con NaN o no con un número. Esto solo se admite en la columna de destino.

• mean: rellenar con el valor medio de la serie de datos.

• median: rellenar con el valor mediano de la serie de datos.

• min: rellenar con el valor mínimo de la serie de datos.

• max: rellenar con el valor máximo de la serie de datos.

Al elegir una lógica de rellenado, debe considerar cómo interpretará su modelo la lógica. Por 
ejemplo, en un caso comercial, registrar cero ventas de un artículo disponible es diferente de 
registrar cero ventas de un artículo no disponible, ya que este último caso no implica necesariamente 
una falta de interés del cliente en el artículo no disponible. En este caso, rellenar con 0 en la columna 
de destino del conjunto de datos podría provocar que el modelo no tenga un sesgo suficiente en 
sus predicciones y deducir una falta de interés de los clientes por los artículos no disponibles. Por el 
contrario, rellenar con NaN podría provocar que el modelo ignore los casos reales en los que no se 
venda ningún artículo de los artículos disponibles.

Tipos de previsiones

Puede realizar uno de los siguientes tipos de previsiones:

• Elemento único

• Todos los elementos
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Para obtener una previsión de todos los elementos de su conjunto de datos, SageMaker Canvas 
devuelve una previsión de los valores futuros de cada elemento de su conjunto de datos.

Para una previsión de un solo elemento, usted especifica el elemento y SageMaker Canvas devuelve 
una previsión para los valores futuros. La previsión incluye un gráfico lineal que traza los valores 
pronosticados a lo largo del tiempo.

Temas

• Obtención de información adicional a partir de su previsión

• Realización de una previsión de series temporales

Obtención de información adicional a partir de su previsión

En Amazon SageMaker Canvas, puede usar los siguientes métodos opcionales para obtener más 
información a partir de su pronóstico:

• Columna de grupo

• Calendario de días festivos

• Escenario hipotético

Puede especificar una columna de su conjunto de datos como columna de grupo. Amazon 
SageMaker Canvas agrupa la previsión por cada valor de la columna. Por ejemplo, puede agrupar la 
previsión en columnas que contengan datos de precios o identificadores de artículos únicos. Agrupar 
una previsión por una columna le permite hacer previsiones más específicas. Por ejemplo, si agrupa 
una previsión en una columna que contenga identificadores de elementos, podrá ver la previsión de 
cada elemento.

Las ventas generales de artículos pueden verse afectadas por la presencia de días festivos. Por 
ejemplo, en los Estados Unidos, la cantidad de artículos vendidos en noviembre y diciembre puede 
diferir considerablemente de la cantidad de artículos vendidos en enero. Si utiliza los datos de 
noviembre y diciembre para pronosticar las ventas de enero, es posible que los resultados no sean 
precisos. Si utiliza un calendario de días festivos, evitará obtener resultados imprecisos. Puede 
utilizar un calendario de festivos para 251 países.

Para hacer una previsión sobre un solo elemento de su conjunto de datos, puede usar escenarios 
hipotéticos. Un escenario hipotético le da la posibilidad de cambiar los valores de sus datos y alterar 
la previsión. Por ejemplo, puede responder a las siguientes preguntas utilizando un escenario 
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hipotético: “¿Qué pasaría si bajara los precios? ¿Cómo afectaría eso a la cantidad de artículos 
vendidos?”.

Realización de una previsión de series temporales

Para hacer una previsión de series temporales, elija una columna de destino. La columna de destino 
contiene los datos que quiera predecir. Por ejemplo, la columna de destino puede tener datos sobre 
la cantidad de artículos vendidos. Tras seleccionar la columna de destino, Amazon SageMaker 
Canvas selecciona un tipo de modelo. SageMaker Canvas utiliza los datos de series temporales para 
elegir automáticamente un modelo de series temporales que puede utilizar para realizar predicciones 
sobre los datos. Después de crear el modelo, puede evaluar su rendimiento y usarlo para hacer 
predicciones a partir de nuevos datos.

Utilice el siguiente procedimiento para realizar una previsión de series temporales.

Para realizar una previsión de series temporales, haga lo siguiente.

1. Importe los datos.

2. Elija una columna de destino en su conjunto de datos.

3. SageMaker Canvas elige automáticamente la previsión de series temporales como tipo de 
modelo. Seleccione Establecer configuración para confirmar que está realizando una previsión 
de series temporales.

4. Especifique los siguientes campos:

• Columna de ID de elemento: la columna que contiene los identificadores únicos de cada 
elemento del conjunto de datos. Por ejemplo, un número de SKU identifica un artículo de 
forma exclusiva.

• Columna de grupo (opcional): agrupa la previsión de series temporales por los valores de la 
columna. Por ejemplo, puede agrupar la previsión de un artículo por tienda.

• Columna de marca de tiempo: la columna que contiene las marcas de tiempo de su conjunto 
de datos. Para obtener una lista de los formatos de datetime admitidos para esta columna, 
consulte Pronósticos de series temporales en Amazon SageMaker Canvas.

• Marca de tiempo futura: marca de tiempo que indica una hora prevista para el futuro. 
SageMaker Canvas prevé los valores hasta el punto en el tiempo especificado por la marca de 
tiempo.
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• Calendario de festivos (opcional): active el calendario de festivos para usar el calendario de 
festivos de un país. Úselo para hacer que sus previsiones con fechas de festivos sean más 
precisas.

Puede tener uno de los siguientes tipos de valores faltantes:

• Valores faltantes futuros

• Valores faltantes

Los valores faltantes futuros son valores faltantes en la columna de destino. SageMaker Canvas 
usa los valores de la columna objetivo para pronosticar los valores en el futuro. Si faltan valores 
en la columna de destino, es posible que la previsión sea menos precisa. Recomendamos 
encarecidamente actualizar el conjunto de datos.

Los valores faltantes son valores que faltan en cualquier columna que no sea la columna de destino. 
Si faltan valores que no están en la columna de destino, es útil tener en cuenta lo siguiente:

• Por lo general, no reducen tanto la precisión de la previsión como la falta de valores futuros.

• SageMaker Canvas imputa automáticamente los valores faltantes.

Puede evaluar el modelo viendo lo cerca que están las predicciones del valor real. También puede 
utilizar la métrica del Impacto de la columna para determinar la dirección y la magnitud del impacto 
de la columna en las predicciones del modelo. Por ejemplo, en la siguiente imagen, los días festivos 
tuvieron el mayor impacto positivo en la previsión de la demanda. El precio tuvo el mayor impacto 
negativo en la demanda.
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Después de crear un modelo, puede realizar los siguientes tipos de previsiones:

• Elemento único: haga una previsión para un solo elemento de un conjunto de datos y un gráfico 
lineal de los valores que SageMaker Canvas prevé. Por ejemplo, puede ver cómo varían las ventas 
de un artículo a lo largo del tiempo.

• Todos los artículos: haga una previsión para todos los elementos de un conjunto de datos.

• Escenario hipotético: vea cómo los cambios en los valores del conjunto de datos pueden afectar a 
la previsión general de un solo elemento.

En la siguiente imagen se muestra una previsión de un solo elemento con un escenario hipotético. 
En un escenario hipotético, tiene la posibilidad de cambiar valores que pueden variar con el tiempo. 
Puede ver cómo el cambio de los valores afecta a la previsión.
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Los puntos conectados por la línea azul continua son los valores que prevé el modelo. Los puntos 
conectados por las líneas discontinuas muestran el escenario hipotético.

Actualización de un modelo en Amazon SageMaker Canvas

Amazon SageMaker Canvas le permite actualizar los modelos que ha creado con datos nuevos. 
SageMaker Canvas le muestra un historial de modelos para que pueda comparar los modelos que 
ha creado recientemente con los que ha generado en el pasado.

Cada modelo que cree tiene un número de versión. El primer modelo es la versión 1, o V1. Puede 
utilizar las versiones del modelo para ver los cambios en la precisión de las predicciones al actualizar 
los datos o utilizar transformaciones avanzadas.

Note

Los modelos de predicción de texto e imagen solo admiten una versión del modelo.
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Para las nuevas versiones de un modelo, solo puede elegir conjuntos de datos que tengan la misma 
columna de destino que la columna de destino en la versión 1. Debe crear al menos una versión de 
un modelo para agregar una nueva versión, y puede eliminar las versiones que ya no le resulten 
útiles.

También puede ayudarlo Registre una versión del modelo en el registro de SageMaker modelos a 
realizar un seguimiento de sus versiones a lo largo del tiempo y colaborar con los usuarios de Studio 
Classic, quienes pueden aprobar o rechazar las versiones de sus modelos.

Use el siguiente procedimiento para agregar una nueva versión del modelo o para ver todas las 
versiones de su modelo.

Para agregar una nueva versión del modelo, haga lo siguiente:

1. Abre tu aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. En la página Mis modelos, elija su modelo. Puede filtrar por tipo de problema para encontrar su 
modelo más fácilmente.

4. Tras elegir el modelo, se abre la página Versiones, en la que se muestran todas las versiones 
del modelo.

5. Elija Agregar versión.

La siguiente imagen muestra la página Versiones de un modelo, en la que puede ver las versiones 
del modelo y agregar nuevas versiones.
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En la página Versiones, puede ver la siguiente información para cada una de las versiones de su 
modelo:

• Estado: este campo indica si el modelo se está compilando actualmente (In building), si ha 
terminado de compilarse (Ready), si no se ha podido compilar (Failed) o si aún se está editando 
(In draft).

• Puntuación del modelo, F1, Precisión, Recuerdo y AUC: si activa la opción Mostrar métricas 
avanzadas en esta página, podrá ver estas métricas del modelo. Estas métricas indican la 
exactitud y el rendimiento del modelo. Para obtener más información, consulte Evaluar el modelo.

• Compartida: este campo le indica si ha compartido o no la versión del modelo con los usuarios de 
SageMaker Studio Classic.

• Registro de modelos: este campo le indica si ha registrado o no la versión en un registro de 
modelos. Para obtener más información, consulte Registre una versión del modelo en el registro 
de SageMaker modelos.

Tras elegir una nueva versión, se inicia el proceso de creación de otro modelo. El proceso de 
creación de una nueva versión de un modelo es prácticamente el mismo que el proceso de creación 
de un modelo por primera vez. Para las nuevas versiones de un modelo, solo puede elegir conjuntos 
de datos que tengan la misma columna de destino que la columna de destino en la versión 1. Para 
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obtener más información acerca de la creación de un modelo, consulte Creación de un modelo 
personalizado.

Operacionalización de sus modelos

Después de crear un modelo en SageMaker Canvas en el que se sienta seguro, es posible que 
desee integrarlo con los procesos de operaciones de aprendizaje automático (MLOP) de su 
organización. Las MLOps incluyen tareas comunes, como la implementación de un modelo para su 
uso en producción o la configuración de canalizaciones de integración y implementación continuas 
(CI/CD).

Los siguientes temas describen cómo puede utilizar las funciones de Canvas para utilizar un modelo 
creado en Canvas en producción.

Temas

• Registre una versión del modelo en el registro de SageMaker modelos

• Implementación de sus modelos en un punto de conexión

Registre una versión del modelo en el registro de SageMaker modelos

Con SageMaker Canvas, puede crear múltiples iteraciones o versiones de su modelo para mejorarlo 
con el tiempo. Es posible que desee crear una nueva versión del modelo si adquiere mejores datos 
de entrenamiento o si quiere intentar mejorar la exactitud del modelo. Para obtener más información 
sobre cómo agregar versiones al modelo, consulte Actualización de un modelo.

Una vez que haya compilado un modelo con el que se sienta seguro, tal vez desee evaluar su 
rendimiento y hacer que un científico de datos o un ingeniero de MLOps de su organización lo 
revise antes de usarlo en producción. Para ello, puede registrar las versiones de sus modelos en 
el registro de SageMaker modelos. El registro de SageMaker modelos es un repositorio que los 
científicos o ingenieros de datos pueden usar para catalogar los modelos de aprendizaje automático 
(ML) y administrar las versiones de los modelos y sus metadatos asociados, como las métricas de 
entrenamiento. También pueden gestionar y registrar el estado de aprobación de un modelo.

Tras registrar las versiones de los modelos en el registro de SageMaker modelos, un científico 
de datos o su equipo de MLOps pueden acceder al registro de SageMaker modelos a través de
SageMaker Studio Classic, que es un entorno de desarrollo integrado (IDE) basado en la web para 
trabajar con modelos de aprendizaje automático. En la interfaz de registro de SageMaker modelos de 
Studio Classic, el científico de datos o el equipo de MLOps pueden evaluar el modelo y actualizar su 
estado de aprobación. Si el modelo no cumple con sus requisitos, el científico de datos o el equipo 

Uso de modelos personalizados 1091

https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-update-model.html
https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-build-model.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-registry.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio.html


Amazon SageMaker Guía para desarrolladores

de MLOps pueden actualizar el estado a Rejected. Si el modelo cumple con sus requisitos, en 
ese caso el científico de datos o el equipo de MLOps pueden actualizar el estado a Approved. 
Luego, pueden implementar el modelo en un punto de conexión o automatizar la implementación del 
modelo con canalizaciones de CI/CD. Puede utilizar la función de registro de SageMaker modelos 
para integrar sin problemas los modelos creados en Canvas con los procesos de MLOps de su 
organización.

El siguiente diagrama resume un ejemplo del registro de una versión de modelo creada en Canvas 
en el registro de modelos para integrarla en un SageMaker flujo de trabajo de MLOps.

Puede registrar las versiones de modelos tabulares, de imagen y de texto en el registro de modelos. 
SageMaker

Note

Actualmente, no se admite el registro de versiones de modelos BYOM o de pronósticos de 
series temporales integradas en Canvas en el registro de SageMaker modelos.

En las siguientes secciones, se muestra cómo registrar una versión del modelo en el registro de 
SageMaker modelos desde Canvas.

Administración de permisos

De forma predeterminada, tiene permisos para registrar versiones de modelos en el registro de 
SageMaker modelos. SageMaker concede estos permisos a todos los perfiles de usuario de Canvas 
nuevos y existentes a través de la AmazonSageMakerCanvasFullAccesspolítica, que se adjunta a la 
función de ejecución de AWS IAM para el SageMaker dominio que aloja su aplicación de Canvas.
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Si su administrador de Canvas está configurando un nuevo dominio o perfil de usuario, al configurar 
el dominio y seguir las instrucciones previas de la guía de introducción, SageMaker activa los 
permisos de registro del modelo mediante la opción de configuración de permisos de ML Ops, que 
está habilitada de forma predeterminada.

El administrador de Canvas también puede gestionar los permisos de registro del modelo en el 
nivel del perfil de usuario. Por ejemplo, si el administrador quiere conceder permisos de registro de 
modelos a algunos perfiles de usuario pero eliminar los permisos a otros, puede editar los permisos 
de un usuario específico. El siguiente procedimiento muestra cómo activar los permisos de registro 
de modelos para un perfil de usuario específico:

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio del perfil de usuario.

5. En la página de Detalles del dominio, elija el Perfil de usuario cuyos permisos desee editar.

6. En la página Detalles del usuario, elija Editar.

7. En el panel de navegación izquierdo, elija Configuración de Canvas.

8. En la sección de configuración de permisos de ML Ops, desactive la opción Habilitar los 
permisos de registro del registro de modelos.

9. Seleccione Enviar para guardar los cambios en la configuración de su dominio.

El perfil de usuario ya no debería tener permisos de registro de modelos.

Registre una versión del modelo en el registro de SageMaker modelos

SageMaker el registro de modelos realiza un seguimiento de todas las versiones de modelos que 
se crean para resolver un problema concreto en un grupo de modelos. Cuando crea un modelo 
de SageMaker Canvas y lo registra en el registro de SageMaker modelos, se agrega a un grupo 
de modelos como una nueva versión del modelo. Por ejemplo, si crea y registra cuatro versiones 
del modelo, un científico de datos o un equipo de MLOps que trabaje en la interfaz de registro de 
SageMaker modelos podrá ver el grupo de modelos y revisar las cuatro versiones del modelo en un 
solo lugar.

Al registrar un modelo de Canvas en el registro de SageMaker modelos, se crea automáticamente 
un grupo de modelos al que se le asigna el nombre del modelo de Canvas. Si lo desea, puede 
cambiarle el nombre por el nombre que desee o utilizar un grupo de modelos existente en el registro 
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de SageMaker modelos. Para obtener más información acerca de la creación de un grupo de 
modelos, consulte Creación de un grupo de modelos.

Note

Actualmente, solo puede registrar modelos creados en Canvas en el registro de SageMaker 
modelos de la misma cuenta.

Para registrar una versión del modelo en el registro de SageMaker modelos desde la aplicación 
Canvas, utilice el siguiente procedimiento:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Mis modelos.

3. En la página Mis modelos, elija su modelo. Puede filtrar por tipo de problema para encontrar su 
modelo más fácilmente.

4. Tras elegir el modelo, se abre la página Versiones, en la que se muestran todas las versiones 
del modelo. Puede activar la opción Mostrar métricas avanzadas para ver las métricas 
avanzadas, como Recuerdo y Precisión, para comparar las versiones de su modelo y determinar 
cuál quiere registrar.

5. En la lista de versiones del modelo, seleccione el icono Más opciones
( ) 
para seleccionar la versión que desee registrar. Como alternativa, puede 
hacer doble clic en la versión que necesite registrar y, a continuación, 
en la página de detalles de la versión, elegir el icono Más opciones
( ).

6. En la lista desplegable, seleccione Agregar al registro de modelos. Se abre el cuadro de diálogo
Agregar al registro de modelos.

7. En el cuadro de diálogo Agregar al registro de modelos, haga lo siguiente:

a. (Opcional) En la sección del grupo de modelos de SageMaker Studio Classic, en el campo
Nombre del grupo de modelos, introduzca el nombre del grupo de modelos en el que 
desea registrar su versión. Puede especificar el nombre del nuevo grupo de modelos 
que SageMaker cree para usted o puede especificar un grupo de modelos existente. 
Si no especifica este campo, Canvas registrará su versión en un grupo de modelos 
predeterminado con el mismo nombre que su modelo.
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b. Elija Añadir.

La versión de su modelo ahora debería estar registrada en el grupo de modelos del registro de 
SageMaker modelos. Al registrar una versión de modelo en un grupo de modelos del registro de 
SageMaker modelos, todas las versiones posteriores del modelo Canvas se registran en el mismo 
grupo de modelos (si decide registrarlas). Si desea registrar sus versiones en un grupo de modelos 
diferente, debe ir al registro de SageMaker modelos y eliminar el grupo de modelos. A continuación, 
puede volver a registrar las versiones de sus modelos en el nuevo grupo de modelos.

Para ver el estado de sus modelos, puede volver a la página Versiones de su modelo en la aplicación 
de Canvas. Esta página muestra el estado del Registro de modelos de cada versión. Si el estado es
Registered, significa que el modelo se ha registrado correctamente.

Si desea ver los detalles de su versión de modelo registrada, para ver el estado del Registro de 
modelos, puede pasar el ratón sobre el campo Registrado para ver el cuadro emergente de Detalles 
del registro de modelos. Estos detalles contienen más información, como la siguiente:

• El nombre del grupo de paquetes de modelos es el grupo de modelos en el que está registrada su 
versión en el registro de SageMaker modelos.

• El Estado de aprobación, que puede ser Pending Approval, Approved o Rejected. Si un 
usuario de Studio Classic aprueba o rechaza su versión en el registro de SageMaker modelos, 
este estado se actualizará en la página de versiones de su modelo al actualizar la página.

La siguiente captura de pantalla muestra el cuadro de detalles del registro del modelo, junto con el
Estado de aprobación de Approved para esta versión de modelo en concreto.
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Implementación de sus modelos en un punto de conexión

En Amazon SageMaker Canvas, puede implementar sus modelos en un punto final para realizar 
predicciones. SageMaker proporciona la infraestructura de aprendizaje automático para que pueda 
alojar su modelo en un punto final con las instancias informáticas que elija. A continuación, puede
invocar el punto de conexión (enviar una solicitud de predicción) y obtener una predicción en tiempo 
real a partir de su modelo. Con esta funcionalidad, puede usar su modelo en producción para 
responder a las solicitudes entrantes y puede integrar su modelo con las aplicaciones y los flujos de 
trabajo existentes.

Para empezar, debe tener una versión del modelo lista para su implementación. Para obtener más 
información acerca de la creación de un modelo, consulte Creación de un modelo personalizado.

Important

Puede implementar cualquier tipo de modelo en SageMaker Canvas, excepto los modelos de 
previsión de series temporales.

Revise la siguiente sección de Administración de permisos y, a continuación, comience a crear 
nuevas implementaciones en la sección Implementación de un modelo.

Administración de permisos

De forma predeterminada, tiene permisos para implementar versiones de modelos en los puntos 
finales de SageMaker alojamiento. SageMaker concede estos permisos a todos los perfiles de 
usuario de Canvas nuevos y existentes a través de la AmazonSageMakerCanvasFullAccesspolítica, 
que se adjunta a la función de ejecución de AWS IAM para el SageMaker dominio que aloja su 
aplicación de Canvas.

Si el administrador de Canvas está configurando un nuevo dominio o perfil de usuario, al configurar 
el dominio y seguir las instrucciones previas que figuran en élRequisitos previos para configurar 
Amazon Canvas SageMaker , SageMaker activa los permisos de implementación del modelo 
mediante la opción Habilitar el despliegue directo de los modelos de Canvas, que está habilitada de 
forma predeterminada.

El administrador de Canvas también puede gestionar los permisos de implementación del modelo 
en el nivel del perfil de usuario. Por ejemplo, si el administrador quiere conceder permisos de 
implementación de modelos a algunos perfiles de usuario pero eliminar los permisos a otros, puede 
editar los permisos de un usuario específico.
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El siguiente procedimiento muestra cómo activar los permisos de implementación de modelos para 
un perfil de usuario específico:

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio del perfil de usuario.

5. En la página de Detalles del dominio, elija el Perfil de usuario cuyos permisos desee editar.

6. En la página Detalles del usuario, elija Editar.

7. En el panel de navegación izquierdo, elija Configuración de Canvas.

8. En la sección de Configuración de permisos de ML Ops, desactive la opción Habilitar la 
implementación directa de los modelos de Canvas.

9. Seleccione Enviar para guardar los cambios en la configuración de su dominio.

El perfil de usuario ya no debería tener permisos de implementación de modelos.

Implementación de un modelo

Para comenzar a implementar su modelo, cree una nueva implementación en Canvas y especifique 
la versión del modelo que desea implementar junto con la infraestructura de machine learning, como 
el tipo y la cantidad de instancias de procesamiento que le gustaría usar para alojar el modelo.

Canvas sugiere un tipo y un número de instancias predeterminados en función del tipo de modelo, 
o puedes obtener más información sobre los distintos tipos de SageMaker instancias en la página 
de SageMaker precios de Amazon. Se le cobrará en función del precio de la SageMaker instancia 
mientras su terminal esté activo.

Después de implementar el modelo en un punto final de inferencia en tiempo real de SageMaker 
Hosting, puede empezar a hacer predicciones invocando el punto final.

Hay varias formas de implementar una versión del modelo desde la aplicación de Canvas. Puede 
obtener acceso a la opción de implementación del modelo mediante cualquiera de los métodos 
siguientes:

• En la página Mis modelos de la aplicación de Canvas, puede elegir el modelo que quiera 
implementar. A continuación, en la página de Versiones del modelo, puede elegir el icono Más 
opciones
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( ) 
situado junto a la versión del modelo y seleccionar Implementar.

• En la página de detalles de una versión del modelo, en la pestaña Analizar, puede elegir la opción
Implementar.

• En la página de detalles de una versión del modelo, en la pestaña Predecir, puede seleccionar el 
icono Más opciones
( ) 
situado en la parte superior de la página y seleccionar Implementar.

• En la página Operaciones de la aplicación de Canvas, puede elegir la pestaña Implementaciones
y, a continuación, elegir Crear implementación.

Todos estos métodos abren el panel lateral Implementar modelo, donde puede especificar la 
configuración de implementación de su modelo. Para implementar el modelo desde este panel, haga 
lo siguiente:

1. (Opcional) Si va a crear una implementación desde la página Operaciones, tendrá la opción de
Seleccionar el modelo y la versión. Utilice los menús desplegables para seleccionar el modelo y 
la versión del modelo que desee implementar.

2. Escriba un nombre en el campo Nombre de implementación .

3. En el caso del tipo de instancia, SageMaker detecta un tipo y un número de instancia 
predeterminados adecuados para su modelo. Sin embargo, puede cambiar el tipo de instancia 
que quiera utilizar para alojar el modelo.

Note

Si se agota la cuota de instancias para el tipo de instancia elegido en su cuenta de 
AWS, puede solicitar un aumento de cuota. Para obtener más información sobre las 
cuotas predeterminadas y cómo solicitar un aumento, consulta los  SageMaker puntos 
de conexión y las cuotas de Amazon en la guía de referencia AWS general.

4. Para el recuento de instancias, puede establecer la cantidad de instancias activas que se utilizan 
para su punto final. SageMaker detecta un número predeterminado adecuado para su modelo, 
pero puede cambiarlo.

5. Cuando esté listo para implementar el modelo, elija Implementar.
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Su modelo ahora debería implementarse en un punto de conexión. Para obtener información 
sobre cómo ver los detalles de implementación o realizar varias acciones, consulte las siguientes 
secciones.

Visualización de sus implementaciones

Es posible que desee comprobar el estado o los detalles de la implementación de un modelo en 
Canvas. Por ejemplo, si su implementación falló, es posible que desee comprobar los detalles para 
solucionar el problema.

Puede ver las implementaciones de sus modelos de Canvas desde la aplicación Canvas o desde la 
SageMaker consola de Amazon.

Para ver los detalles de implementación desde Canvas, elija uno de los procedimientos siguientes:

Para ver los detalles de la implementación desde la página Operaciones, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Operaciones por lotes.

3. Elija la pestaña Implementaciones.

4. Seleccione la implementación por el nombre en la lista.

Para ver los detalles de la implementación desde la página de la versión de un modelo, haga lo 
siguiente:

1. En la aplicación SageMaker Canvas, ve a la página de detalles de la versión de tu modelo.

2. Seleccione la pestaña Implementar.

3. En la sección Implementaciones, que enumera todas las configuraciones de implementación 
asociadas a esa versión del modelo, busque su implementación.

4. Seleccione el icono Más opciones
( ) 
y, a continuación, seleccione Ver detalles para abrir la página de detalles.

Se abre la página de detalles de su implementación y puede ver información como la hora de la 
predicción más reciente, el estado y la configuración del punto de conexión y la versión del modelo 
que está actualmente implementada en el punto de conexión.
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También puede ver las instancias del espacio de trabajo de Canvas actualmente activas y los puntos 
finales activos desde el SageMaker panel de control de la SageMaker consola. Sus puntos de enlace 
de Canvas aparecen junto con cualquier otro punto de enlace de SageMaker alojamiento que haya 
creado, y puede filtrarlos buscando puntos de enlace con la etiqueta Canvas.

La siguiente captura de pantalla muestra el panel de control. SageMaker En la sección Canvas, 
puede ver que hay una instancia de espacio de trabajo en servicio y cuatro puntos de conexión 
activos.

Actualización de una configuración de implementación

También puede actualizar la configuración de implementación. Por ejemplo, puede implementar una 
versión de modelo actualizada en el punto de conexión o puede actualizar el tipo de instancia o el 
número de instancias detrás del punto de conexión en función de sus necesidades de capacidad.
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Hay varias formas de actualizar la implementación desde la aplicación de Canvas. Puede usar 
cualquiera de los métodos siguientes:

• En la página Operaciones de la aplicación de Canvas, puede elegir la pestaña Implementaciones y 
seleccionar la implementación que quiera actualizar. Seleccione Crear una configuración.

• En la página de detalles de una versión de modelo, en la pestaña Implementar, puede ver 
las implementaciones de esa versión. Junto a la implementación, elija el icono Más opciones
( ) 
y, a continuación, elija Crear una configuración.

Los dos métodos anteriores abren el panel lateral Crear una configuración, donde puede realizar 
cambios en la configuración de la implementación. Para actualizar la configuración, realice las 
siguientes acciones:

1. En el menú desplegable Seleccionar versión, puede seleccionar una versión de modelo diferente 
para implementarla en el punto de conexión.

Note

Al actualizar una configuración de implementación, solo puede elegir una versión de 
modelo diferente para implementarla. Para implementar un modelo diferente, cree una 
nueva implementación.

2. En el Tipo de instancia, puede seleccionar un tipo de instancia diferente para alojar el modelo.

3. Para el Recuento de instancias, puede cambiar el número de instancias activas que se utilizan 
para su punto de conexión.

4. Seleccione Guardar.

La configuración de implementación debería actualizarse ahora.

Pruebe la implementación

Puede probar su implementación invocando el punto de conexión o realizando solicitudes de 
predicción únicas a través de la aplicación de Canvas. El punto de conexión devuelve una respuesta 
con la predicción junto con las probabilidades de que esa predicción sea correcta. Puede usar esta 
funcionalidad para confirmar que su punto de conexión responde a las solicitudes antes de invocarlo 
mediante programación en un entorno de producción.
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Note

La duración de la ejecución es una estimación del tiempo que se tarda en invocar y obtener 
una respuesta del punto de conexión en Canvas. Para obtener métricas de latencia 
detalladas, consulte Métricas de SageMaker invocación de puntos finales.

Para probar el punto de conexión a través de la aplicación de Canvas, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.

2. En el panel de navegación izquierdo, elija Operaciones.

3. Elija la pestaña Implementaciones.

4. En la lista de implementaciones, elija la que tenga el punto de conexión que desee invocar.

5. En la página de detalles de la implementación, seleccione la pestaña Probar implementación.

6. En la página de pruebas de implementación, puede modificar los campos de Valor para 
especificar un nuevo punto de datos.

7. Tras modificar los valores, elija Actualizar para obtener el resultado de la predicción.

La predicción se carga junto con los campos de Resultados de la invocación, que indican si la 
invocación se ha realizado correctamente o no y cuánto tiempo ha tardado en procesarse la solicitud.

La siguiente captura de pantalla muestra una predicción realizada en la aplicación de Canvas, en la 
pestaña Probar implementación.
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Para todos los tipos de modelos, excepto la predicción numérica, la predicción devuelve los 
siguientes campos:

• predicted_label: el resultado previsto

• probability: la probabilidad de que la etiqueta prevista sea correcta

• labels: la lista de todas las etiquetas posibles

• probabilities: las probabilidades correspondientes a cada etiqueta (el orden de esta lista coincide 
con el orden de las etiquetas)

En el caso de los modelos de predicción numérica, la predicción solo contiene el campo score, que 
es el resultado previsto del modelo, como el precio previsto de una vivienda.

Puede seguir realizando predicciones únicas a través de la página de pruebas de implementación o 
puede consultar la siguiente sección Invocación de un punto de conexión para obtener información 
sobre cómo invocar su punto de conexión mediante programación desde las aplicaciones.
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Invocación de un punto de conexión

Después de probar la implementación, puede usar su punto final en producción con sus aplicaciones. 
Para ello, invoque el punto final mediante programación de la misma manera que puede invocar 
cualquier otro punto final en tiempo real. SageMaker  Al invocar un punto de conexión mediante 
programación, se devuelve un objeto de respuesta que contiene los mismos campos que se han 
mencionado en la sección anterior Pruebe la implementación .

Para obtener información más detallada acerca de cómo invocar puntos de conexión mediante 
programación, consulte Invoque modelos para inferencias en tiempo real.

Los siguientes ejemplos de Python muestran cómo invocar el punto de conexión en función del tipo 
de modelo.

Modelos de predicción numérica y categórica

En el siguiente ejemplo se muestra cómo invocar modelos de predicción numéricos o categóricos.

import boto3
import pandas as pd

client = boto3.client("runtime.sagemaker")
body = pd.DataFrame(['feature_column1', 'feature_column2'], ['feature_column1', 
 'feature_column2']).to_csv(header=False, index=False).encode("utf-8") 
     
response = client.invoke_endpoint( 
    EndpointName="endpoint_name", 
    ContentType="text/csv", 
    Body=body, 
    Accept="application/json"
)

Modelos de predicción de imágenes

En el siguiente ejemplo se muestra cómo invocar modelos de predicción de imágenes.

import boto3
client = boto3.client("runtime.sagemaker")
with open("example_image.jpg", "rb") as file: 
    body = file.read() 
    response = client.invoke_endpoint( 
        EndpointName="endpoint_name", 
        ContentType="application/x-image", 
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        Body=body, 
        Accept="application/json" 
    )

Modelos de predicción de texto

En el siguiente ejemplo se muestra cómo invocar modelos de predicción de texto.

import boto3
import pandas as pd

client = boto3.client("runtime.sagemaker")
body = pd.DataFrame([["Example text 1"], ["Example text 2"]]).to_csv(header=False, 
 index=False).encode("utf-8") 
     
response = client.invoke_endpoint( 
    EndpointName="endpoint_name", 
    ContentType="text/csv", 
    Body=body, 
    Accept="application/json"
)

Eliminación de la implementación de un modelo

Puede eliminar la implementación de su modelo desde la aplicación de Canvas. Esta acción también 
elimina el punto final de la SageMaker consola y cierra todos los recursos relacionados con el punto 
final.

Note

Si lo desea, puede eliminar el punto final a través de la SageMaker consola o mediante la 
API. SageMaker DeleteEndpoint Para obtener más información, consulte Eliminar puntos 
de conexión y recursos. Sin embargo, al eliminar el punto final a través de la SageMaker 
consola o las API en lugar de la aplicación Canvas, la lista de implementaciones en Canvas 
no se actualiza automáticamente. También debe eliminar la implementación de la aplicación 
de Canvas para eliminarla de la lista.

Para eliminar una implementación en Canvas, haga lo siguiente:

1. Abra la aplicación SageMaker Canvas.
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2. En el panel de navegación izquierdo, elija Operaciones.

3. Elija la pestaña Implementaciones.

4. En la lista de implementaciones, elija la que quiera eliminar.

5. En la parte superior de la página de detalles de la implementación, elija el icono Más opciones
( ).

6. Seleccione Eliminar implementación.

7. En el cuadro de diálogo Eliminar implementación, elija Eliminar.

Su implementación y su punto final de SageMaker alojamiento deberían eliminarse ahora tanto de 
Canvas como de la SageMaker consola.

Administración de automatizaciones

En SageMaker Canvas, puede crear automatizaciones que actualicen su conjunto de datos 
o generen predicciones a partir de su modelo según un cronograma. Por ejemplo, es posible 
que reciba nuevos datos de envío a diario. Puede configurar una actualización automática para 
su conjunto de datos y predicciones automáticas por lotes que se ejecuten cada vez que se 
actualice el conjunto de datos. Con estas características, puede configurar un flujo de trabajo 
automatizado y reducir el tiempo que dedica a actualizar manualmente los conjuntos de datos y a 
hacer predicciones.

Note

Solo puede configurar un máximo de 20 configuraciones automáticas en su aplicación de 
Canvas. Las automatizaciones solo están activas mientras está conectado a la aplicación de 
Canvas. Si cierra sesión en Canvas, sus trabajos automáticos se detienen hasta que vuelva 
a iniciar sesión.

En las siguientes secciones se describe cómo ver, editar y eliminar configuraciones para las 
automatizaciones existentes. Para obtener información sobre cómo configurar las automatizaciones, 
consulte los siguientes temas:

• Para configurar las actualizaciones automáticas de los conjuntos de datos, consulte Actualización 
de un conjunto de datos.

• Para configurar las predicciones por lotes automáticas, consulte Realización de predicciones por 
lotes.
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Visualización de automatizaciones

También puede ver todos sus trabajos de actualización automática yendo al panel de navegación 
izquierdo de Canvas y seleccionando Automatizaciones. La página de Automatizaciones combina las 
automatizaciones tanto para las actualizaciones automáticas de los conjuntos de datos como para 
las predicciones automáticas por lotes. En la página de Automatizaciones puede ver las siguientes 
pestañas:

• Todos los trabajos: puede ver todas las instancias de un trabajo de Actualización de conjunto de 
datos o Predicción por lotes que Canvas ha realizado. Para cada trabajo, puede ver campos como 
el Conjunto de datos de entrada asociado, el Nombre de configuración de la configuración de 
actualización automática asociada y el Estado que muestra si el trabajo se realizó correctamente o 
no. Puede filtrar los trabajos por nombre de configuración:

• Para los trabajos de actualización del conjunto de datos, puede elegir la última versión del 
conjunto de datos, o el trabajo más reciente, para obtener una vista previa del conjunto de datos.

• En el caso de los trabajos de predicción por lotes, puede seleccionar el icono Más opciones
( ) 
para ver o descargar las predicciones de ese trabajo.

• Configuración: puede ver todas las configuraciones de Actualización de conjunto de 
datos y Predicción por lotes que ha creado. Para cada configuración, puedes ver 
campos como el Conjunto de datos de entrada asociado y la Frecuencia de los trabajos. 
También puede activar o desactivar el conmutador de Actualización automática para 
pausar o reanudar las actualizaciones automáticas. Si selecciona el icono Más opciones
( ) 
para una configuración específica, puede elegir entre Ver todos los trabajos de la configuración,
Crear una configuración o Eliminar configuración.

Edición de configuraciones automáticas

Después de establecer una configuración, es posible que desee realizar cambios en ella. Para las 
actualizaciones automáticas de los conjuntos de datos, puede actualizar la ubicación de Amazon 
S3 para que Canvas importe los datos, la frecuencia de las actualizaciones y la hora de inicio. 
Para realizar predicciones por lotes automáticas, puede cambiar el conjunto de datos del que la 
configuración rastrea para las actualizaciones. También puede desactivar la automatización para 
pausar temporalmente las actualizaciones hasta que decida reanudarlas.

En las secciones siguientes se muestra cómo actualizar cada tipo de configuración.
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Note

No puede cambiar la frecuencia de las predicciones por lotes automáticas porque las 
predicciones por lotes automáticas se ejecutan cada vez que se actualiza el conjunto de 
datos de destino.

Edición de la configuración de actualización automática del conjunto de datos

Es posible que desee realizar cambios en la configuración de actualización automática de un 
conjunto de datos, como cambiar la frecuencia de las actualizaciones. También puede desactivar la 
configuración de actualización automática para pausar las actualizaciones del conjunto de datos.

Para realizar cambios en la configuración de actualización automática de un conjunto de datos, haga 
lo siguiente:

1. En el panel de navegación izquierdo, elija Automatización.

2. Elija la pestaña Configuración.

3. Para la configuración de actualización automática, seleccione el icono Más opciones
( ).

4. En el menú desplegable, elija Crear una configuración. Se abrirá la pestaña Actualizaciones 
automáticas del conjunto de datos.

5. Realización de cambios en la configuración. Cuando termine de realizar los cambios, seleccione
Guardar.

Para pausar las actualizaciones del conjunto de datos, desactive la configuración automática. Una 
forma de desactivar las actualizaciones automáticas es hacer lo siguiente:

1. En el panel de navegación izquierdo, elija Automatización.

2. Elija la pestaña Configuración.

3. Busque su configuración en la lista y desactive la opción de Actualización automática.

Las actualizaciones automáticas del conjunto de datos ahora están pausadas. Puede volver a activar 
esta opción en cualquier momento para reanudar la programación de actualizaciones.
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Edición de su configuración de predicción automática por lotes

Cuando se edita una configuración de predicción por lotes, se puede cambiar el conjunto de datos 
de destino pero no la frecuencia (ya que las predicciones por lotes automáticas se producen siempre 
que se actualiza el conjunto de datos).

Para realizar cambios en la configuración de las predicciones por lotes automáticas, haga lo 
siguiente:

1. En el panel de navegación izquierdo, elija Automatización.

2. Elija la pestaña Configuración.

3. Para la configuración de actualización automática, seleccione el icono Más opciones
( ).

4. En el menú desplegable, elija Crear una configuración. Se abrirá la pestaña Actualizaciones 
automáticas del conjunto de datos.

5. Se abre el cuadro de diálogo Automatizar las predicciones por lotes. Puede seleccionar otro 
conjunto de datos y elegir Configurar para guardar los cambios.

Su configuración de predicciones por lotes automáticas ahora está actualizada.

Para pausar las predicciones por lotes automáticas, desactive la configuración automática. Use el 
siguiente procedimiento para desactivar su configuración:

1. En el panel de navegación izquierdo, elija Automatización.

2. Elija la pestaña Configuración.

3. Busque su configuración en la lista y desactive la opción de Actualización automática.

Las predicciones automáticas por lotes de su conjunto de datos ahora están en pausa. Puede volver 
a activar esta opción en cualquier momento para reanudar la programación de actualizaciones.

Eliminación de una configuración automática

Es posible que desee eliminar una configuración para detener su flujo de trabajo automatizado en 
SageMaker Canvas.

Para eliminar una configuración para las actualizaciones automáticas de conjuntos de datos o las 
predicciones automáticas por lotes, haga lo siguiente:
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1. En el panel de navegación izquierdo, elija Automatización.

2. Elija la pestaña Configuración.

3. Busque la configuración de actualización automática y elija el icono Más opciones
( ).

4. Elija Eliminar configuración.

5. En el cuadro de diálogo que aparece, elija Confirmar.

La configuración de actualización automática ahora está eliminada.

Colaboración con científicos de datos

Note

La funcionalidad descrita en esta página solo se aplica a Amazon SageMaker Studio Classic. 
Actualmente, solo puede compartir modelos en Canvas (o ver modelos Canvas compartidos) 
en Studio Classic. Si actualmente usa la última versión de Studio, debe ejecutar Studio 
Classic desde la última versión de Studio para compartir modelos en Canvas o ver los 
modelos compartidos desde Canvas. Para obtener más información sobre cómo acceder a 
Studio Classic, consulta la documentación de Studio Classic.

Con Amazon SageMaker Canvas, los analistas empresariales que utilizan Canvas y los científicos 
de datos que utilizan Amazon SageMaker Studio Classic pueden compartir modelos de aprendizaje 
automático y colaborar entre sí mientras trabajan en sus propios entornos para compartir 
conocimientos de dominio y proporcionar información experta para mejorar los modelos.

Con la colaboración de SageMaker Canvas, puede compartir modelos de compilación estándar de 
Canvas con los científicos de datos de Studio Classic para revisarlos, actualizarlos y compartirlos con 
los usuarios de Canvas. Los usuarios de Canvas pueden compartir una versión de un modelo con 
hasta 23 usuarios de Studio Classic.

Note

No se admite la colaboración en modelos con usuarios de Studio Classic para los tipos de 
modelos de predicción de imágenes de una sola etiqueta, predicción de texto multicategoría 
o previsión de series temporales.
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Además, SageMaker Canvas no permite compartir el modelo con el mismo perfil de usuario 
que el que creó el modelo. Debe tener dos perfiles de usuario independientes para compartir 
un modelo.

En las siguientes secciones se describen los pasos de la colaboración:

• En la aplicación Canvas, un analista de negocios comparte su modelo con un usuario de Studio 
Classic.

• El usuario de Studio Classic recibe el modelo compartido en la aplicación Studio Classic. Puede 
optar por compartir sus comentarios con el analista, actualizar el modelo o compartir una versión 
alternativa del modelo.

• El analista de negocios recibe los comentarios o el modelo actualizado en Canvas y puede generar 
predicciones en modo de solo visualización.

Para colaborar, el usuario de Canvas y el usuario de Studio Classic deben estar en el mismo 
SageMaker dominio de Amazon. Para obtener más información sobre cómo configurar su dominio y 
sus usuarios, consulte los requisitos previos de SageMaker Canvas.

Note

La colaboración de modelos es diferente de la Lleve su propio modelo a SageMaker Canvas, 
con la que puede llevar un modelo que haya entrenado a cualquier parte e importarlo a 
Canvas para generar predicciones.

Requisitos previos

Para que un usuario de Canvas y un usuario de Studio Classic puedan colaborar en los modelos, 
el rol de IAM del usuario debe tener permisos AWS Identity and Access Management (IAM) para 
compartir modelos. Si todavía no ha configurado los permisos, consulte Otorgue a los usuarios 
permisos para colaborar con Studio Classic.

El usuario de Canvas también debe tener un modelo de compilación estándar entrenado en Canvas 
y listo para compartir.
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Note

La colaboración no es compatible con los modelos de compilación rápida.

También debe tener el nombre de perfil de usuario del usuario de Studio Classic con el que quiere 
colaborar. El usuario de Studio Classic debe estar en el mismo SageMaker dominio de Amazon 
que su usuario de Canvas. Puede encontrar el nombre de perfil de un usuario mediante el siguiente 
procedimiento:

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Dominios.

3. En la lista de Dominios, seleccione su dominio. Se abrirá la página de Detalles del dominio, 
donde podrá encontrar todos los Perfiles de usuario del dominio.

Tenga el nombre del perfil de usuario preparado para el primer paso del siguiente tutorial.

Usuarios de Canvas: compartan un modelo con los usuarios de Studio Classic

En la aplicación Canvas, comparte la versión de tu modelo con los usuarios de Studio Classic o 
pídeles su opinión. Debe usar una versión de modelo que se haya compilado; no puede compartir 
una versión de modelo que esté en borrador o que esté en proceso de compilación. Solo puede 
compartir una versión por modelo.

Para compartir su modelo de Canvas con los usuarios de Studio Classic, utilice el siguiente 
procedimiento.

1. Abra la aplicación SageMaker Canvas.

2. En la página Modelos, seleccione el modelo que quiera compartir. Solo puede compartir 
modelos de compilación estándar.

3. En el encabezado, seleccione Compartir.

4. En el cuadro de diálogo Compartir modelo, haga lo siguiente:

a. En la lista desplegable Elegir una versión de modelo para compartir, seleccione la versión 
del modelo sobre la que quiera recibir comentarios.

b. En la lista desplegable de usuarios de SageMaker Studio, seleccione los usuarios de Studio 
Classic por sus nombres de perfil. Puedes añadir hasta 23 usuarios de Studio Classic.
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c. En el campo Añadir una nota, puede introducir una nota rápida que acompañe al modelo 
cuando se lo envíe a los usuarios de Studio Classic.

d. Elija Compartir.

e. En el cuadro de diálogo Compartir modelo que aparece, elija Compartir.

Ya ha compartido su modelo con los usuarios de Studio Classic y los usuarios reciben una 
notificación en Studio Classic informándoles de que se ha compartido un modelo con ellos.

Usuarios de Studio Classic: reciban un modelo en Studio Classic de parte de los usuarios de Canvas

En Studio Classic, si se ha compartido un modelo con usted, recibirá una notificación similar a la 
siguiente al abrir la aplicación Studio Classic.

Seleccione Ver modelos compartidos para abrir la página de modelos y libretas compartidos en 
Studio Classic. Si no recibe la notificación, puede encontrar la página de Modelos y cuadernos 
compartidos de la siguiente manera:

1. Abre la aplicación Amazon SageMaker Studio Classic.

2. En el panel de navegación lateral, elija el icono de Inicio

( ).

3. En la barra de navegación lateral que se abre, elija Modelos.

4. En la lista desplegable, seleccione Modelos compartidos para abrir la página de Modelos y 
cuadernos compartidos.

En la página Modelos y cuadernos compartidos, seleccione el filtro Compartido conmigo. Debería ver 
el modelo de Canvas que se ha compartido con usted en la lista de modelos compartidos. Seleccione
Ver modelo en el modelo compartido, lo que abrirá la página de detalles del modelo en el piloto 
automático. El modelo abierto debe tener un banner en la parte superior similar a la siguiente captura 
de pantalla.
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En esta página, puede ver los detalles del modelo, así como cualquier nota sobre el modelo que 
haya compartido con usted el usuario de Canvas. En el banner de Canvas, en la parte superior, 
puede elegir las siguientes acciones:

• Compartir sus comentarios con el usuario de Canvas.

• Realizar actualizaciones en el modelo compartido y compartirlas con el usuario de Canvas.

• Compartir una versión alternativa del modelo con el usuario de Canvas. Canvas usa el piloto 
automático para entrenar múltiples versiones del modelo y seleccionar la mejor versión. Puede 
seleccionar una versión diferente si decide que es mejor para su caso de uso.

Para obtener más información sobre las acciones anteriores, consulte las siguientes secciones.

Compartir comentarios

Es posible que desee enviar un comentario o alguna valoración al usuario de Canvas sin realizar 
ningún cambio en el modelo.

Para compartir comentarios sobre el modelo compartido, utilice el siguiente procedimiento:

1. En la página de detalles del modelo, elija Compartir comentarios.

2. En el cuadro de diálogo Compartir comentarios, agregue una nota en el campo Agregar 
comentarios.

3. Elija Compartir para enviar los comentarios al usuario de Canvas.

Después de enviar sus comentarios, podrá verlos en el banner de Canvas, en la parte superior de 
la página de detalles del modelo. El usuario de Canvas recibe los comentarios en la aplicación de 
Canvas y puede realizar cambios en función de sus comentarios.

Compartir un modelo actualizado con el usuario de Canvas

Es posible que desee realizar cambios en el modelo que el usuario de Canvas compartió con 
usted. Por ejemplo, es posible que desee utilizar transformaciones de datos avanzadas, como la 
codificación instantánea, para mejorar la precisión del modelo. Puede actualizar el modelo con
Amazon SageMaker Data Wrangler y Amazon SageMaker Autopilot en Studio Classic, que son 
funciones que le ayudan a realizar transformaciones de datos y a entrenar el modelo.
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Warning

Si sale del siguiente flujo de trabajo en cualquier momento, las actualizaciones del modelo no 
se guardarán y deberá reiniciar el flujo de trabajo.

Para actualizar el modelo y enviar el modelo actualizado al usuario de Canvas, utilice el siguiente 
procedimiento:

1. En la página de detalles del modelo, en el banner de Canvas, elija Actualizar modelo.

2. En la lista desplegable del banner, seleccione Actualizar transformaciones de datos.

3. El flujo de trabajo abre el modelo en Amazon SageMaker Data Wrangler, donde puede elegir 
editar las transformaciones de datos utilizadas para el modelo. Realice sus transformaciones 
de datos en la interfaz Data Wrangler. Para obtener más información sobre Data Wrangler y las 
transformaciones de datos que puede utilizar, consulte la documentación de Data Wrangler.

4. Cuando haya terminado las transformaciones de datos, elija Reentrenar el modelo en el banner 
de Canvas para abrir la página Exportar datos y entrenar un modelo con SageMaker piloto 
automático en la interfaz de Data Wrangler.

5. Compruebe los campos de la página Exportar datos y entrenar un modelo con SageMaker piloto 
automático y, a continuación, seleccione Exportar y entrenar para exportar las transformaciones 
de datos a Amazon SageMaker Autopilot.

6. El flujo de trabajo abre la página Crear un experimento de piloto automático en el piloto 
automático, donde puede crear un experimento del piloto automático y volver a entrenar el 
modelo con las transformaciones de datos actualizadas. Rellene los campos de cada una de las 
páginas de Crear un experimento de piloto automático.

Para obtener más información sobre el piloto automático y los experimentos con piloto 
automático, consulte Crear un experimento en la documentación del piloto automático.
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7. Cuando haya terminado de configurar el experimento de piloto automático y haya revisado los 
ajustes finales, seleccione Crear experimento en la interfaz del piloto automático para empezar a 
entrenar el modelo. Mientras el modelo se entrena, puede elegir Detener el entrenamiento en la 
interfaz del piloto automático en cualquier momento.

8. Una vez que el modelo se haya entrenado, el banner de Canvas situado en la parte superior 
de la página compara las métricas del modelo anterior con las del modelo actualizado. El
Resumen del mejor modelo muestra las métricas, como el recuerdo y la precisión, e indica si 
el nuevo modelo mejora las métricas o no. Revise las métricas y decida si desea compartir el 
modelo actualizado o no. Para obtener más información sobre las métricas del piloto automático, 
consulte Métricas y validación.

9. Si decide compartir el modelo actualizado con el usuario de Canvas, elija Compartir en el 
banner.

10. En el cuadro de diálogo Compartir, haga lo siguiente:

a. En la lista desplegable Seleccionar un modelo para compartir, el mejor modelo de su 
experimento de piloto automático ya debería estar seleccionado y marcado con la etiqueta
Mejor candidato. Si la versión del modelo que quiere compartir no está seleccionada, abra el 
menú desplegable y seleccione la versión correcta.

b. En el campo Agregar comentarios puede introducir una nota para el usuario de Canvas.

c. Elija Compartir para compartir el modelo actualizado y la nota con el usuario de Canvas.

Después de compartir el modelo, recibirá una notificación de que su modelo se ha compartido 
correctamente, similar a la siguiente captura de pantalla.

Puede seleccionar Ver modelos compartidos para volver a la página de Modelos y cuadernos 
compartidos en Studio. En esta página, puede ver el modelo actualizado que compartió con el 
usuario de Canvas bajo la etiqueta Compartido por mí.

Compartir un modelo alternativo con el usuario de Canvas

Cuando SageMaker Canvas crea un modelo, Amazon SageMaker Autopilot entrena varias versiones 
del modelo y selecciona la mejor. Puede decidir que una versión alternativa del modelo es mejor 
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en función de sus necesidades. Puede compartir una versión alternativa del modelo del piloto 
automático con el usuario de Canvas en lugar de realizar cambios en la que envió. Para obtener más 
información sobre el piloto automático, consulte la documentación del piloto automático.

Para compartir un modelo alternativo, use el procedimiento siguiente:

1. En la página de detalles del modelo, en el banner de Canvas, elija Actualizar modelo.

2. En la lista desplegable del banner, seleccione Recomendar un candidato alternativo de Auto ML.

3. Se abre la página del trabajo de piloto automático, en la que puede revisar todas las versiones 
de modelos entrenados. Cuando lo tenga todo listo para compartir una versión alternativa, en el 
banner de Canvas situado en la parte superior de la página, elija Compartir.

4. En el cuadro de diálogo Compartir, haga lo siguiente:

a. En la lista desplegable Seleccionar un modelo para compartir, el mejor modelo de su 
experimento de piloto automático esté seleccionado y marcado con la etiqueta Mejor 
candidato. Abra el menú desplegable y seleccione la versión de modelo alternativa que 
desee compartir.

b. En el campo Agregar comentarios puede introducir una nota para el usuario de Canvas.

c. Elija Compartir para compartir la versión del modelo alternativo y la nota con el usuario de 
Canvas.

Después de compartir el modelo, recibirá una notificación de que su modelo alternativo se ha 
compartido correctamente, similar a la siguiente captura de pantalla.

Puede seleccionar Ver modelos compartidos para volver a la página de Modelos y cuadernos 
compartidos en Studio. En esta página, puede ver el modelo actualizado que compartió con el 
usuario de Canvas bajo la etiqueta Compartido por mí.

Usuarios de Canvas: reciban actualizaciones del modelo de un usuario de Studio Classic

Cuando un usuario de Studio Classic comparte un modelo actualizado o alternativo con el usuario de 
Canvas, el usuario de Canvas recibe una notificación.
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En la aplicación de Canvas, la notificación se parece a la siguiente captura de pantalla.

Puede seleccionar Ver actualización para ver el modelo actualizado, o puede ir a la página de
Modelos de la aplicación de Canvas y seleccionar el modelo compartido para verlo.

Note

Los usuarios de Canvas no pueden editar un modelo que haya compartido con ellos 
un usuario de Studio Classic. Los modelos importados de Studio Classic son solo para 
visualización y predicción.

Un modelo en el que ha colaborado un usuario de Studio Classic se parece a la siguiente tarjeta de 
la página de modelos.
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La importación del modelo desde Studio Classic puede tardar hasta 20 minutos, durante los cuales el 
modelo aparece como Importando.
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Tras importar el modelo, puede ver sus métricas y generar predicciones con él.

La siguiente captura de pantalla muestra la pestaña Analizar, donde puede evaluar la precisión y las 
métricas del modelo. Para obtener más información, consulte Evalúe el rendimiento de su modelo en 
Amazon SageMaker Canvas.

La siguiente captura de pantalla muestra la pestaña Predecir, donde puede generar predicciones con 
el modelo. Para obtener más información sobre la generación de predicciones en Canvas, consulte
Realización de predicciones para sus datos.
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En las pestañas Analizar y Predecir, puede ver el panel Historial compartido, que muestra las 
versiones del modelo y los comentarios que han compartido con usted los usuarios de Studio 
Classic.

Lleve su propio modelo a SageMaker Canvas

Note

La funcionalidad descrita en esta página solo se aplica a Amazon SageMaker Studio Classic. 
Actualmente, solo puede compartir modelos en Canvas (o ver modelos Canvas compartidos) 
en Studio Classic. Si actualmente usa la última versión de Studio, debe ejecutar Studio 
Classic desde la última versión de Studio para compartir modelos en Canvas o ver los 
modelos compartidos desde Canvas. Para obtener más información sobre cómo acceder a 
Studio Classic, consulta la documentación de Studio Classic.

Los analistas de negocios pueden beneficiarse de los modelos de aprendizaje automático ya creados 
por científicos de datos para resolver problemas empresariales en lugar de crear un nuevo modelo 
en Amazon SageMaker Canvas. Sin embargo, puede resultar difícil utilizar estos modelos fuera de 
los entornos en los que se crearon debido a los requisitos técnicos, la rigidez de las herramientas 
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y los procesos manuales para importar modelos. Esto suele obligar a los usuarios a reconstruir los 
modelos de machine learning, lo que se traduce en una duplicación de esfuerzos y en tiempo y 
recursos adicionales.

SageMaker Canvas elimina estas limitaciones para que pueda generar predicciones en Canvas 
con modelos que haya entrenado en cualquier lugar. Puede registrar los modelos de aprendizaje 
automático en SageMaker Model Registry, que es un almacén de metadatos para modelos de 
aprendizaje automático, e importarlos a SageMaker Canvas. Además, puede generar predicciones 
con modelos que los científicos de datos hayan formado en Amazon SageMaker Autopilot o 
SageMaker JumpStart. A continuación, los usuarios de Canvas pueden analizar y generar 
predicciones a partir de cualquier modelo que hayan compartido con ellos.

Una vez que haya cumplido los Requisitos previos, consulte las siguientes secciones para obtener 
instrucciones sobre cómo incorporar sus propios modelos a Canvas y generar predicciones. El flujo 
de trabajo comienza en Studio Classic, donde un usuario de Studio Classic comparte un modelo 
con un usuario de Canvas. A continuación, el usuario de Canvas inicia sesión en su aplicación de 
Canvas para recibir el modelo compartido y generar predicciones con él.

Note

Puede compartir modelos entrenados con datos tabulares, de texto e imágenes en Canvas. 
No puede compartir modelos de series temporales. Además, el sistema de incorporación de 
modelos propios (BYOM) de Canvas solo admite modelos basados en CPU (o modelos que 
utilizan instancias de CPU para hacer predicciones).

Requisitos previos

Para llevar su modelo a SageMaker Canvas, complete los siguientes requisitos previos:

• Debe tener un usuario de Amazon SageMaker Studio Classic que se haya incorporado a Amazon 
SageMaker Domain. El usuario de Studio Classic debe estar en el mismo dominio que el usuario 
de Canvas. El uso compartido de modelos se produce cuando un usuario de Studio Classic 
comparte un modelo con un usuario de Canvas desde Studio Classic. Si aún no tienes un usuario 
de Studio Classic configurado, consulta la documentación de Studio Classic y el  SageMaker 
dominio de Onboard to Amazon.

• Debe tener un modelo entrenado de SageMaker Autopilot o SageMaker Model Registry. 
SageMaker JumpStart Para cualquier modelo que haya fabricado fuera de él SageMaker, debe 
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registrarlo en el Registro de Modelos antes de importarlo a Canvas. Para obtener más información, 
consulte la documentación del registro de modelos.

• El usuario de Canvas con el que desee compartir su modelo debe tener permiso para acceder al 
bucket de Amazon S3 en el que almacena sus conjuntos de datos y artefactos del modelo. Para 
obtener instrucciones sobre cómo los administradores pueden dar a los usuarios de Canvas los 
permisos que necesitan, consulte Otorgue a los usuarios permisos para colaborar con Studio 
Classic.

• También debe tener el nombre del perfil de usuario del usuario de Canvas con el que quiera 
colaborar. El usuario de Canvas debe estar en el mismo SageMaker dominio de Amazon que tu 
usuario de Studio Classic. Puede encontrar el nombre de perfil de un usuario mediante el siguiente 
procedimiento:

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Dominios.

3. En la lista de Dominios, seleccione su dominio. Se abrirá la página de Detalles del dominio, 
donde podrá encontrar todos los Perfiles de usuario del dominio.

Tenga el nombre del perfil de usuario preparado para el primer paso del siguiente tutorial.

Si su aplicación SageMaker Canvas se ejecuta en una VPC privada de un cliente, cualquier modelo 
de piloto automático compartido desde Studio Classic debe usar el modo HPO de piloto automático 
para permitir la generación de predicciones en Canvas. Para obtener más información sobre el modo 
HPO, consulte Compatibilidad con modos de entrenamiento y algoritmos en la documentación del 
piloto automático.

Note

Si desea obtener comentarios de los científicos de datos sobre un modelo creado en 
CanvasColaboración con científicos de datos, consulte donde un usuario de Canvas 
comparte un modelo con un usuario de Studio Classic y el usuario de Studio Classic 
comparte comentarios o actualizaciones del modelo.
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Usuarios de Studio Classic: compartan un modelo en SageMaker Canvas

Debe tener un modelo entrenado con datos tabulares que pueda compartir con los usuarios de 
Canvas. Consulte las siguientes secciones para obtener información sobre cómo compartir sus 
modelos desde las funciones de Studio Classic.

Piloto automático

Puedes compartir un modelo en Canvas desde Amazon SageMaker Autopilot en Studio Classic. 
El piloto automático es una función que le permite entrenar e implementar sus modelos en él. 
SageMaker

Debe tener un usuario de Studio Classic y un modelo entrenado listos para compartirlos desde 
Autopilot. Para obtener más información sobre cómo configurar Studio Classic, consulta la
documentación de Studio Classic. Para obtener más información sobre el piloto automático, consulte 
la documentación del piloto automático.

Para compartir un modelo desde el piloto automático en Canvas, use el siguiente procedimiento.

1. Abre la aplicación Amazon SageMaker Studio Classic.

2. En el panel de navegación lateral, elija el icono de Inicio

( ).

3. En la barra de navegación lateral de Studio Classic, selecciona AutoML para abrir Autopilot.

4. En la página del piloto automático, seleccione el modelo de piloto automático que desee 
compartir con el usuario de Canvas. Solo puede compartir un modelo a la vez.

5. En la página de detalles del trabajo del piloto automático, en la pestaña Modelos, seleccione la 
versión del modelo que quiera compartir.

6. Elija Compartir.

7. En el cuadro de diálogo Compartir modelo, haga lo siguiente:

a. En el campo Agregar usuarios de Canvas, introduzca el nombre de perfil del usuario 
de Canvas. Puede introducir hasta 23 usuarios de Canvas. Si un perfil de usuario que 
especifique no tiene una aplicación de Canvas asociada, no podrá introducir el nombre del 
perfil.

b. En el campo Agregar una nota, agregue una descripción o nota para el usuario de Canvas 
cuando reciba el modelo.

c. Elija Compartir para compartir el modelo.
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Ahora ha compartido el modelo con el usuario de Canvas.

JumpStart

Puede compartir un modelo en Canvas desde Studio SageMaker JumpStart Classic. Con 
él JumpStart, puede acceder a los modelos previamente entrenados y ajustarlos antes de 
implementarlos.

Debe tener un usuario de Studio Classic y haber completado correctamente un trabajo de formación. 
JumpStart Para obtener más información sobre cómo configurar Studio Classic, consulta la
documentación de Studio Classic. Para obtener más información al respecto JumpStart, consulte la
JumpStart documentación.

Para compartir un modelo desde JumpStart Canvas, utilice el siguiente procedimiento.

1. Abre la aplicación Amazon SageMaker Studio Classic.

2. En el panel de navegación lateral, elija el icono de Inicio

( ).

3. En la barra de navegación lateral que se abre, elige SageMaker JumpStart.

4. Seleccione  JumpStart Recursos lanzados para abrir la página en la que se muestran los 
trabajos de JumpStart formación, los modelos y los puntos finales.

5. Seleccione la pestaña Trabajos de entrenamiento para ver la lista de sus trabajos de 
entrenamiento de modelos.

6. En la lista de Trabajos de entrenamiento, seleccione el trabajo de entrenamiento que desee 
compartir con el usuario de Canvas. Solo puede compartir un trabajo a la vez. Se abrirá la 
página de detalles del trabajo de entrenamiento.

7. En el encabezado del trabajo de entrenamiento, elija Compartir y seleccione Compartir en 
Canvas.

Note

Solo puede compartir modelos tabulares en Canvas. Si intenta compartir un modelo que 
no sea tabular, se produce un error Unsupported data type.

8. En el cuadro de diálogo Compartir en Canvas, haga lo siguiente:

a. En el campo Agregar usuarios de Canvas para compartir, introduzca el nombre de perfil del 
usuario de Canvas. Puede introducir hasta 23 usuarios de Canvas. Si un perfil de usuario 
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que especifique no tiene una aplicación de Canvas asociada, no podrá introducir el nombre 
del perfil.

b. En el campo Agregar una nota, agregue una descripción o nota para el usuario de Canvas 
cuando reciba el modelo.

c. Elija Compartir para compartir el modelo.

Ahora ha compartido el modelo con el usuario de Canvas.

Registro de modelos

Puede compartir un modelo en Canvas desde SageMaker Model Registry en Studio Classic. Con 
Model Registry, puede registrar los modelos que traiga de fuera SageMaker e integrarlos con sus 
procesos de aprendizaje automático.

Debe tener un usuario de Studio Classic y una versión del modelo guardada en el Registro 
de modelos. Para obtener más información sobre cómo configurar Studio Classic, consulte la
documentación de Studio Classic. Si no tiene una versión de modelo en el registro de modelos, cree 
un grupo de modelos y registre una versión en él. Para obtener más información sobre el registro de 
modelos, consulte la documentación del registro de modelos.

Para compartir una versión de modelo desde el registro de modelos en Canvas, use el siguiente 
procedimiento.

1. Abre la aplicación Amazon SageMaker Studio Classic.

2. En el panel de navegación lateral, elija el icono de Inicio

( ).

3. En la barra de navegación lateral que se abre, elija Modelos.

4. Seleccione Registro de modelos en la lista desplegable para abrir la página de registro de 
modelos y ver todos los grupos de modelos registrados en su cuenta.

5. Elija el grupo de modelos que contenga la versión de modelo que desee compartir.

6. Puede compartir una versión del modelo desde la página del grupo de modelos o desde la 
página de versiones del modelo.

• Para compartir una versión del modelo desde la página del grupo de modelos, complete los 
siguientes pasos:
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1. Elija Versiones y marque la casilla situada junto a la versión del modelo que desee 
compartir con el usuario de Canvas. Solo puede compartir una versión de modelo a la 
vez.

2. En el menú desplegable Acciones, seleccione Compartir artefactos del modelo.

• Para compartir una versión del modelo desde la página de la versión del modelo, complete los 
siguientes pasos:

1. Elija Versiones y seleccione el nombre de la versión del modelo que quiera compartir con 
el usuario de Canvas. Solo puede compartir una versión de modelo a la vez.

2. En el menú desplegable Acciones, seleccione Compartir artefactos del modelo.

7. En el cuadro de diálogo Compartir modelo, haga lo siguiente:

a. En el campo Agregar usuarios de Canvas para compartir, introduzca el nombre de perfil del 
usuario de Canvas. Puede introducir hasta 23 usuarios de Canvas. Si un perfil de usuario 
que especifique no tiene una aplicación de Canvas asociada, no podrá introducir el nombre 
del perfil.

b. En Agregar detalles de modelo, haga lo siguiente:

i. En el campo Conjunto de datos de entrenamiento, introduzca la ruta de Amazon S3 
para su conjunto de datos de entrenamiento.

ii. En el campo Conjunto de datos de validación, introduzca la ruta de Amazon S3 para su 
conjunto de datos de validación.

iii. En la Columna de destino, seleccione Usar la primera columna si la primera columna 
de su conjunto de datos es la de destino o seleccione Especificar el nombre de la 
columna de destino para establecer el destino como una columna diferente de su 
conjunto de datos.

iv. En Encabezados de columna, seleccione una de las siguientes opciones:

A. Seleccione Usar la primera fila si la primera fila del conjunto de datos contiene los 
encabezados de las columnas.

B. Seleccione Especificar un conjunto de datos diferente en S3 para los encabezados 
de las columnas si tiene un archivo almacenado en Amazon S3 que contiene 
encabezados que se pueden asignar a su conjunto de datos. El archivo de 
encabezados debe tener el mismo número de columnas que su conjunto de datos.
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C. Seleccione Generar automáticamente si aún no tiene encabezados de columna 
y desea SageMaker generar nombres de columna genéricos para su conjunto de 
datos.

v. En la lista desplegable Tipo de problema, seleccione el tipo de modelo.

vi. Si ha seleccionado los tipos de problemas Clasificación binaria o Multiclase, aparece la 
opción Configurar las salidas del modelo.

Si ya tiene un archivo almacenado en Amazon S3 que asigne los nombres de clase 
de las columnas de destino predeterminados a los nombres de clase que desee, 
active Nombres de salida del modelo e introduzca la ruta de Amazon S3 al archivo 
de asignación. Si no tiene un archivo de asignación, desactive Nombres de salida del 
modelo e introduzca manualmente el Número de salidas del modelo (el número de 
clases de columnas de destino en sus datos). A continuación, introduzca los nombres 
de clase que desee para reemplazar los nombres de clase predeterminados.

c. (Opcional) En el campo Agregar una nota, agregue una descripción o nota para el usuario 
de Canvas cuando reciba el modelo.

d. Elija Compartir para compartir la versión del modelo.

Ahora ha compartido el modelo con el usuario de Canvas.

Modelos y cuadernos compartidos

En la página de modelos y libretas compartidos de Amazon SageMaker Studio Classic, puede ver 
los modelos que ha compartido y que se han compartido con usted. Esta página le ofrece un lugar 
central para ver y administrar todos sus modelos en Studio Classic.

Debe tener un usuario de Studio Classic y un modelo listos para compartir desde Autopilot o Model 
Registry. JumpStart Para obtener más información sobre cómo configurar Studio Classic, consulte 
la documentación de Studio Classic. Para obtener más información sobre la página de Modelos y 
cuadernos compartidos, consulte la documentación de Modelos y cuadernos compartidos.

En el siguiente ejemplo, se explica cómo compartir un modelo de Amazon SageMaker Autopilot, 
pero puede utilizar la función de uso compartido de la página Modelos y libretas compartidos 
para compartir modelos de cualquiera de las demás funciones de las secciones anteriores, como 
Jumpstart y Model Registry.

Para compartir un modelo del piloto automático desde la página de Modelos y cuadernos 
compartidos, utilice el siguiente procedimiento.
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1. Abre la aplicación Amazon SageMaker Studio Classic.

2. En el panel de navegación lateral, elija el icono de Inicio

( ).

3. En la barra de navegación lateral de Studio Classic, selecciona Modelos.

4. En la lista desplegable, seleccione Modelos compartidos para abrir la página de Modelos y 
cuadernos compartidos.

5. Seleccione el icono de filtro y, en la lista desplegable Compartido desde, seleccione Piloto 
automático.

6. En la lista, seleccione el modelo de piloto automático que desee compartir con el usuario de 
Canvas. Solo puede compartir un modelo a la vez. Como alternativa, puede seleccionar el 
modelo para abrir la página de detalles del modelo.

7. En la página de trabajos del piloto automático o en la página de detalles del modelo, seleccione
Compartir.

8. En el cuadro de diálogo Compartir modelo, haga lo siguiente:

a. En el campo Agregar usuarios de Canvas para compartir, introduzca el nombre de perfil del 
usuario de Canvas. Puede introducir hasta 23 usuarios de Canvas. Si un perfil de usuario 
que especifique no tiene una aplicación de Canvas asociada, no podrá introducir el nombre 
del perfil.

b. En el campo Agregar una nota, agregue una descripción o nota para el usuario de Canvas 
cuando reciba el modelo.

c. Elija Compartir para compartir el modelo.

Ahora ha compartido el modelo con el usuario de Canvas.

Después de compartir el modelo, recibirá una ventana emergente de notificación en Studio Classic 
similar a la siguiente captura de pantalla.

Puede seleccionar Ver modelo para abrir la página de modelos y libretas compartidos en Studio 
Classic. También puede ver sus modelos compartidos en cualquier momento desde la página
Modelos y cuadernos compartidos.
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En esta página, puede ver los modelos que ha compartido con el usuario de Canvas bajo la etiqueta
Compartido por mí, como se muestra en la siguiente captura de pantalla.

Los modelos que ha compartido con Canvas tienen un texto en la tarjeta similar al siguiente 
ejemplo:Shared to: 12 Canvas users.
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Usuarios de Canvas: reciban un modelo compartido en SageMaker Canvas

Cuando un usuario de Studio Classic comparte un modelo con un usuario de Canvas, recibirá una 
notificación en la aplicación Canvas de que un usuario de Studio Classic ha compartido un modelo 
con usted.

En la aplicación de Canvas, la notificación es similar a la siguiente captura de pantalla.

Puede seleccionar Ver actualización para ver el modelo compartido, o puede ir a la página de
Modelos de la aplicación de Canvas para detectar todos los modelos que se han compartido con 
usted.

Note

Los usuarios de Canvas no pueden editar un modelo que haya compartido con ellos 
un usuario de Studio Classic. Los modelos importados de Studio Classic son solo para 
visualización y predicción.

Un modelo que ha sido compartido por un usuario de Studio Classic se parece a la siguiente tarjeta 
de la página de modelos. Esto es diferente de Colaboración con científicos de datos cuando un 
usuario de Canvas comparte un modelo y un usuario de Studio Classic comparte actualizaciones o 
comentarios con el usuario de Canvas.
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La importación del modelo desde Studio Classic puede tardar hasta 20 minutos, durante los cuales el 
modelo aparece como Importando.

Tras importar el modelo, puede ver sus métricas y generar predicciones con él. SageMaker Canvas 
utiliza los recursos de inferencia SageMaker sin servidor de Amazon para generar análisis de 
modelos y predicciones para modelos compartidos. Es posible que vea los costos asociados a la 
inferencia sin servidor en su cuenta de AWS.

La siguiente captura de pantalla muestra la pestaña Analizar en la aplicación de Canvas para un 
modelo compartido, donde puede evaluar la precisión y las métricas del modelo. Para obtener más 
información, consulte Evalúe el rendimiento de su modelo en Amazon SageMaker Canvas.

La siguiente captura de pantalla muestra la pestaña Predecir, donde puede generar predicciones con 
el modelo. Para obtener más información sobre la generación de predicciones en Canvas, consulte
Realización de predicciones para sus datos.
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En las pestañas Analizar y Predecir, puede ver el panel Historial compartido, que muestra las 
versiones del modelo y los comentarios que han compartido con usted los usuarios de Studio 
Classic.

Cerrar sesión en Amazon SageMaker Canvas

Si no utiliza Amazon SageMaker Canvas de forma activa, le recomendamos que cierre sesión o 
configure la aplicación para que se cierre automáticamente. En cuanto inicie la aplicación Canvas, 
se dedicará una instancia de espacio de trabajo a su uso y se le facturará por el tiempo que haya 
iniciado sesión. Al cerrar sesión o al apagarse automáticamente, se finaliza la instancia de espacio 
de trabajo. Para obtener más información, consulta SageMaker los precios.

En las siguientes secciones se describe cómo cerrar sesión en su aplicación Canvas y cómo 
configurarla para que se cierre automáticamente según un cronograma.

Cierre sesión en Canvas

Al cerrar sesión en Canvas, tus modelos y conjuntos de datos no se ven afectados, pero SageMaker 
Canvas cancela cualquier tarea de creación rápida. Si cierra sesión en SageMaker Canvas mientras 
ejecuta una compilación rápida, es posible que la compilación se interrumpa hasta que vuelva a 

Cierre de sesión 1134

https://aws.amazon.com/sagemaker/pricing/


Amazon SageMaker Guía para desarrolladores

iniciar sesión. Al volver a iniciar sesión, SageMaker Canvas reinicia automáticamente la compilación.
Las compilaciones estándar continúan incluso si cierra sesión.

Para cerrar sesión, pulse el botón Cerrar sesión
( ) 
en el panel izquierdo de la aplicación SageMaker Canvas.

También puede cerrar sesión en la aplicación SageMaker Canvas cerrando la pestaña del navegador 
y, a continuación, eliminando la aplicación en la consola.

Después de cerrar sesión, SageMaker Canvas le indicará que la vuelva a iniciar en una pestaña 
diferente. El inicio de sesión tarda entre 3 y 8 minutos. Si tiene un administrador que configuró 
SageMaker Canvas por usted, siga las instrucciones que le dieron para volver a iniciar sesión. Si 
no tiene un administrador, consulte el procedimiento para acceder a SageMaker CanvasRequisitos 
previos para configurar Amazon Canvas SageMaker .

Apague Canvas automáticamente

Si es administrador de Canvas, es posible que desee cerrar las aplicaciones con regularidad para 
reducir los costos. Puede crear un cronograma para cerrar las aplicaciones de Canvas activas o 
puede crear una automatización para cerrar las aplicaciones de Canvas tan pronto como estén
inactivas (lo que significa que el usuario no ha estado activo durante 2 horas).

Puede crear estas soluciones mediante AWS Lambda funciones que llamen a la DeleteApp API y 
eliminen las aplicaciones de Canvas en determinadas condiciones. Para obtener más información 
sobre estas soluciones y acceder a AWS CloudFormation las plantillas que puede utilizar, consulte 
el blog Optimización de los costes de Amazon SageMaker Canvas con el cierre automático de 
aplicaciones inactivas.

Note

Es posible que te falten CloudWatch métricas de Amazon si se ha producido un error al 
configurar tu programa de cierres por inactividad o si se ha CloudWatch producido un error. 
Te recomendamos que añadas una CloudWatch alarma que controle las métricas faltantes. 
Si te encuentras con este problema, ponte en contacto con nosotros AWS Support para 
obtener ayuda.
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Limitaciones y solución de problemas

En la siguiente sección, se describe la ayuda para la solución de problemas y las limitaciones que se 
aplican al usar Amazon SageMaker Canvas. Puede utilizar este tema como ayuda para solucionar 
cualquier problema que se le presente.

Solución de problemas relacionados con la concesión de permisos a través de la 
SageMaker consola

Si tiene problemas para conceder permisos básicos de Canvas o permisos de eady-to-use modelos 
R a su usuario, es posible que su usuario tenga una función de ejecución de AWS IAM con más 
de una relación de confianza con otros AWS servicios. Una relación de confianza es una política 
asociada a su rol que define qué entidades principales (usuarios, funciones, cuentas o servicios) 
pueden asumir ese rol. Por ejemplo, es posible que se produzca un problema al conceder permisos 
adicionales de Canvas a tu usuario si su función de ejecución tiene una relación de confianza tanto 
con Amazon como con Amazon SageMaker Forecast.

Para solucionar este problema, elija una de las siguientes opciones.

1. Elimine del rol todos los servicios de confianza excepto uno.

Esta solución requiere que edites la relación de confianza para la función de IAM de tu perfil de 
usuario y que elimines todos los AWS servicios excepto SageMaker.

Para editar la relación de confianza para el rol de ejecución de IAM, haga lo siguiente:

1. Vaya a la consola de IAM: https://console.aws.amazon.com/iam/.

2. En el panel de navegación de la consola de IAM, elija Roles. La consola muestra los roles 
asociados a su cuenta.

3. Elija el nombre del rol que desea modificar y seleccione la pestaña Relaciones de confianza en 
la página de detalles.

4. Elija Editar la política de confianza.

5. En el editor Editar la política de confianza, pegue lo siguiente y, a continuación, seleccione
Actualizar política.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 

Limitaciones y solución de problemas 1136

https://console.aws.amazon.com/iam/


Amazon SageMaker Guía para desarrolladores

        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "sagemaker.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

También puede actualizar este documento de política mediante la CLI de IAM. Para obtener más 
información, consulte update-trust en la Referencia de comandos de IAM.

Ahora puede volver a intentar conceder los permisos base de Canvas o los permisos de los eady-to-
use modelos R a su usuario.

2. Utilice un rol diferente con uno o varios servicios de confianza.

Esta solución requiere que especifique un rol de IAM diferente para su perfil de usuario. Use esta 
opción si ya tiene un rol de IAM que pueda sustituir.

Para especificar otro rol de ejecución para el usuario, haga lo siguiente:

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, seleccione el dominio del que desea ver una lista de perfiles de usuario.

5. En la página Detalles del dominio, elija la pestaña Perfiles de usuario.

6. Elija el usuario cuyos permisos quiera editar. En la página Detalles del usuario, elija Editar.

7. En la página de Configuración general, elija la lista desplegable Rol de ejecución y seleccione el 
rol que desee usar.

8. Seleccione Enviar para guardar los cambios en el perfil de usuario.

Su usuario ahora debería usar una función de ejecución con un solo servicio de confianza 
(SageMaker).
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Puede volver a intentar conceder los permisos básicos de Canvas o los permisos de los eady-to-use 
modelos R a su usuario.

3. Adjunte manualmente la política AWS gestionada a la función de ejecución en lugar de utilizar el 
conmutador de la configuración del SageMaker dominio.

En lugar de utilizar el conmutador de la configuración del dominio o del perfil de usuario, puede 
asociar manualmente las políticas administradas de AWS que concedan al usuario los permisos 
correctos.

Para conceder a un usuario los permisos básicos de Canvas, adjunta la
AmazonSageMakerCanvasFullAccesspolítica. Para conceder a un usuario permisos de eady-to-use 
modelos R, adjunte la ServicesAccess política de AmazonSageMakerCanvasIA.

Utilice el siguiente procedimiento para asociar una política administrada de AWS a su rol.

1. Vaya a la consola de IAM: https://console.aws.amazon.com/iam/.

2. Elija Roles.

3. En el cuadro de búsqueda, busque el rol de IAM del usuario por su nombre y selecciónelo.

4. En la página del rol del usuario, en Permisos, seleccione Agregar permisos.

5. En el menú desplegable, seleccione Asociar políticas.

6. Busque y seleccione la política o las políticas que desee asociar al rol de ejecución del usuario:

a. Para conceder los permisos básicos de Canvas, busca y selecciona la
AmazonSageMakerCanvasFullAccesspolítica.

b. Para conceder permisos a los eady-to-use modelos R, busque y seleccione la 
ServicesAccess política de AmazonSageMakerCanvasIA.

7. Seleccione Agregar permisos para asociar la política al rol.

Tras adjuntar una política AWS gestionada al rol del usuario a través de la consola de IAM, su 
usuario ahora debería tener los permisos base de Canvas o los permisos de los eady-to-use 
modelos R.

Limitaciones de la colaboración

Las siguientes limitaciones generales se aplican cuando colabora con científicos de datos en 
Amazon SageMaker Studio Classic.
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• Solo puede compartir modelos entrenados correctamente desde Canvas a Studio Classic. 
Del mismo modo, solo puede compartir con Canvas los modelos que se hayan entrenado 
correctamente en Studio Classic.

• No puede compartir modelos de construcción rápida de Canvas con Studio Classic. Solo puede 
compartir modelos de Compilación estándar.

• Solo puede compartir una versión de un modelo de una Compilación estándar entrenado 
en Canvas. Puede entrenar versiones adicionales de su modelo en Canvas, pero no puede 
compartirlas en Studio Classic.

• Desde Studio Classic, solo puedes compartir comentarios o compartir un modelo actualizado con 
Canvas. No puede realizar ambas acciones al mismo tiempo.

• El límite de longitud de los comentarios compartidos de Studio Classic a Canvas y de Canvas a 
Studio Classic es de 1024 caracteres.

• Solo puede compartir sus modelos Canvas o Studio Classic con un perfil de usuario diferente. No 
puede compartir modelos entre Canvas y Studio Classic dentro de su propio perfil de usuario.

• No puede compartir de un usuario de Canvas a un usuario de Canvas, ni de un usuario de Studio 
Classic a un usuario de Studio Classic.

También hay limitaciones que se aplican según el tipo de modelo que desee compartir. Consulte las 
siguientes secciones para conocer las limitaciones de los modelos de previsión de series temporales 
y los modelos de predicción numérica y categórica.

Limitaciones para colaborar en modelos de previsión de series temporales

Las siguientes limitaciones se aplican cuando colabora en modelos de previsión de series 
temporales entre Canvas y Studio Classic.

• No puede realizar predicciones con modelos de previsión de series temporales en Studio Classic 
mediante un botón de compartir automatizado. Sin embargo, puede crear un cuaderno de Jupyter 
y escribir su propio código.

• En el caso de los modelos de previsión de series temporales, no puede cambiar la receta del 
modelo ni las transformaciones de datos en Studio Classic. En Studio Classic, solo puede realizar 
las siguientes actualizaciones en los modelos de previsión de series temporales:

• Puede actualizar la longitud del horizonte de previsión.

• Puede actualizar el campo de metadatos del elemento, que agrupa los datos en una columna 
determinada.
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• Puede actualizar otros campos de dimensión, por ejemplo, especificar un calendario de días 
festivos.

Limitaciones a la colaboración en modelos de predicción numérica y categórica

Las siguientes limitaciones se aplican cuando se colabora en tipos de modelos de predicción 
numéricos y categóricos entre Canvas y Studio Classic.

• Al actualizar o entrenar modelos en Studio Classic, si cierra la pestaña con el banner de 
colaboración en la parte superior, finaliza el flujo de trabajo del modelo compartido y pierde su 
progreso. En ese caso, debe reiniciar el flujo de trabajo del modelo compartido desde la sección
Compartidos conmigo de la página Modelos compartidos. Para obtener más información, consulte
Colaboración con científicos de datos.

• Al actualizar los modelos en Studio Classic, no puedes cambiar la columna de destino si quieres 
volver a compartir las actualizaciones de los modelos en Canvas. Si quiere cambiar la columna de 
destino y volver a entrenar el modelo, entrene el modelo y, a continuación, use el botón Compartir
para compartirlo en Canvas. Para obtener más información sobre cómo compartir un modelo 
nuevo en Canvas, consulte Traiga su propio modelo a SageMaker Canvas.

• Al actualizar los modelos en la interfaz de recetas de Amazon SageMaker Data Wrangler en Studio 
Classic, hay límites a los que puede aplicar un usuario de Studio Classic que Canvas admite:

• Solo puede compartir con Canvas un modelo que haya sido entrenado desde el último nodo de 
un flujo de datos lineal de Data Wrangler.

• Solo se admiten los nodos de transformación.

• No puede realizar operaciones en la columna de Destino.

• No puede actualizar el tipo de datos de las columnas.

• No puede actualizar el origen de datos ni agregar un nuevo origen de datos.

• Al compartir un candidato alternativo a Canvas desde la página del piloto automático de Studio 
Classic, no puedes seleccionar el modelo de la tabla de clasificación. Debe elegir el modelo 
compartido del encabezado y, a continuación, seleccionar una alternativa de la lista. Para obtener 
más información, consulte Compartir un modelo alternativo con el usuario de Canvas en la 
documentación de Canvas.

• Solo los modelos compatibles con SageMaker Neo se pueden compartir correctamente con 
Canvas. Los modelos compatibles son modelos de piloto automático que utilizan algoritmos 
XGBoost o MLP. Los modelos incompatibles incluyen los modelos de piloto automático que utilizan 
el algoritmo de aprendizaje lineal.

Limitaciones y solución de problemas 1140

https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-collaborate.html
https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-byom.html
https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-collaborate.html#canvas-collaborate-receive-studio
https://docs.aws.amazon.com/sagemaker/latest/dg/neo.html


Amazon SageMaker Guía para desarrolladores

• Para las transformaciones de fórmulas personalizadas con Spark SQL, Canvas solo admite las 
operaciones unarias, las funciones de agregación, la operación de concatenación de cadenas y la 
operación de alimentación. No se admiten otras operaciones.

Limitaciones del sistema de incorporación de su propio modelo (BYOM)

Las siguientes limitaciones generales se aplican cuando desea llevar su propio modelo a SageMaker 
Canvas.

• Cuando se comparte un modelo de Studio Classic a Canvas, el usuario de Canvas no puede 
actualizar ni ver los detalles del conjunto de datos que se utilizó para crear el modelo.

• Cuando un usuario de Canvas quiere ejecutar una única predicción en un modelo importado, no 
hay restricciones de tipo de datos al actualizar los valores de las columnas. Debe asegurarse 
manualmente de que, cuando actualice los valores de las predicciones individuales, coincida con 
el tipo de datos de los valores existentes.

• Cuando un usuario de Canvas quiere ejecutar predicciones por lotes en un modelo importado, 
Canvas asume que usted (el usuario de Canvas) sabe cómo debería ser el conjunto de datos de 
entrada esperado. Debe tener un conjunto de datos con columnas y tipos de datos que coincidan 
con el conjunto de datos que se utilizó para entrenar el modelo. Si no es así, consulte con el 
usuario que compartió el modelo e importe un conjunto de datos que pueda usar para ejecutar 
predicciones por lotes.

• La aplicación de Canvas utiliza internamente un punto de conexión sin servidor para ejecutar 
predicciones y generar métricas del modelo. El modelo compartido con Canvas debe ser 
compatible con los puntos de conexión sin servidor:

• El tamaño máximo de memoria es de 6144 MB.

• Al configurar las claves de respuesta de entrada de inferencia en su contenedor, utilice la 
siguiente configuración:

INFERENCE_INPUT_RESPONSE_KEYS = { 
 "BINARY": ["predicted_label", "probability"], 
 "MULTI_CLASS": ["predicted_label", "probability", "probabilities", "labels"],
}

• Puede elegir un contenedor de inferencias SageMaker proporcionado por usted o traer su propio 
contenedor de inferencia de imágenes para usarlo como punto final. SageMaker proporciona 
contenedores para sus algoritmos integrados e imágenes de Docker prediseñadas para algunos 
de los marcos de aprendizaje automático más comunes. Si va a traer su propio contenedor, 
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debe modificarlo para que funcione con él. SageMaker Para obtener más información acerca de 
cómo incorporar su contenedor, consulte Adaptación del contenedor de inferencias propio.

• También se aplican Exclusiones de características para los puntos de conexión sin servidor.

• Para compartir correctamente un modelo de Studio Classic con Canvas, Canvas acepta los 
resultados de las inferencias del modelo en el siguiente formato:

TEXTO/CSV

• Regresión: la respuesta de inferencia del modelo debe ser una cadena de bytes en la que cada 
una de las predicciones de salida esté separada por \n:

b'-0.0007884334772825241\n-0.015136942267417908\n0.050063662230968475\n0.02891816757619381\n'

• Clasificación: la respuesta de inferencia del modelo debe ser una cadena de bytes en la que 
cada uno de los valores predicted_label, predicted_probability, probabilities y
labels esté separado por \n. El siguiente ejemplo es para la clasificación binaria:

b'no,0.9967488050460815,"[0.9967488050460815, 0.003251201706007123]","[\'no
\', \'yes\']"\nno,0.9999420642852783,"[0.9999420642852783, 
 5.793538366560824e-05]","[\'no\', \'yes
\']"\nno,0.9999846816062927,"[0.9999846816062927, 1.5326571883633733e-05]","[\'no
\', \'yes\']"\nno,0.9999727606773376,"[0.9999727606773376, 
 2.7267418772680685e-05]","[\'no\', \'yes\']"\n'

El siguiente ejemplo es para la clasificación multiclase:

b'Iris-setosa,1.0,"[1.0, 0.0, 0.0]","[\'Iris-setosa\', \'Iris-versicolor\', 
 \'Iris-virginica\']"\nIris-setosa,1.0,"[1.0, 0.0, 0.0]","[\'Iris-setosa\', \'Iris-
versicolor\', \'Iris-virginica\']"\nIris-setosa,1.0,"[1.0, 0.0, 0.0]","[\'Iris-
setosa\', \'Iris-versicolor\', \'Iris-virginica\']"\nIris-setosa,1.0,"[1.0, 0.0, 
 0.0]","[\'Iris-setosa\', \'Iris-versicolor\', \'Iris-virginica\']"\n'

APLICACIÓN/JSON

• Regresión: la respuesta de inferencia del modelo debe ser una cadena JSON que contenga la 
clave prediction y su valor debe ser la lista de predicciones de salida:

let response = { 
    "predictions": [  
        // First instance prediction.  
        1.75  
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        // Second instance prediction. 
        3.25  
    ]
}

• Clasificación: la respuesta de inferencia del modelo debe ser una cadena JSON que contenga la 
clave probabilities y su valor debe ser la lista de probabilidades.

El siguiente ejemplo es para la clasificación binaria:

let response = { 
    "probabilities": [  
        // First instance prediction.  
        [0.9, 0.1] 
        // Second instance prediction. 
        [0.2, 0.8] 
    ]
}

El siguiente ejemplo es para la clasificación multiclase:

let response = { 
    "probabilities": [  
        // First instance prediction.  
        [0.7, 0.2, 0.1] 
        // Second instance prediction. 
        [0.2, 0.5, 0.3] 
    ]
}

También hay limitaciones que se aplican según el tipo de modelo que desee incorporar.

Traiga su propio modelo de SageMaker JumpStart

Revise la siguiente información y los límites cuando comparta un SageMaker JumpStart modelo con 
Canvas.

• Los siguientes son los algoritmos compatibles para los que puede importar modelos a Canvas. 
Para obtener más información, consulte la documentación de SageMaker JumpStart .

• Clasificación tabular: LightGBM, XGBoost, -Tabular CatBoost, Linear Learner AutoGluon 
TabTransformer
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• Regresión tabular: LightGBM, XGBoost, -Tabular, Linear Learner CatBoost AutoGluon 
TabTransformer

• En SageMaker JumpStart, el botón Compartir solo está activado si el modelo está listo para 
compartirse en Canvas. Si su modelo entrenado no tiene el botón Compartir en SageMaker 
Canvas, su modelo no es compatible con BYOM.

• Debe proporcionar conjuntos de datos de entrenamiento y validación al entrenar el modelo. 
SageMaker JumpStart Los conjuntos de datos deben almacenarse en Amazon S3 y el rol de 
ejecución de los usuarios de Studio Classic y Canvas debe tener acceso a la ubicación de 
Amazon S3. Puede usar los mismos URI de Amazon S3 para compartir los conjuntos de datos de 
entrenamiento y validación con Canvas, o puede compartir diferentes conjuntos de datos con el 
mismo esquema de datos.

El archivo de datos de entrenamiento o validación debe verse de manera similar al siguiente (en 
formato CSV). Debe indexar sus archivos con la primera columna como destino.

3 1 22 1 1 0 4 4
0 0 38 0 0 1 3 4
1 0 67 0 1 0 1 6
1 0 67 0 0 2 2 6
0 0 40 0 0 2 6 6
2 0 56 1 0 1 2 6

• De forma predeterminada, SageMaker JumpStart utiliza la primera columna de los conjuntos de 
datos de entrenamiento y validación como objetivo al entrenar un modelo. La columna de destino 
(o, de forma predeterminada, la primera columna) de los conjuntos de datos se comparte con 
Canvas.

• Debe proporcionar los encabezados de las columnas de los conjuntos de datos de entrenamiento 
y validación al entrenar el modelo. SageMaker JumpStart De forma predeterminada, SageMaker 
JumpStart solo acepta conjuntos de datos sin encabezados de columna, por lo que debe agregar 
los encabezados de columna como un archivo mientras entrena el modelo. El URI de Amazon 
S3 para el archivo de encabezados de columna también se comparte en Canvas. El archivo 
de encabezados de columna debería tener el siguiente aspecto (en formato CSV). La primera 
columna debe ser el objetivo.

Segmentation EverMarried Age Graduated WorkExperience SpendingScore FamilySize Var1

• El trabajo de formación SageMaker JumpStart debe realizarse Complete antes de poder 
compartirlo con Canvas.
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• En el caso de los problemas de clasificación (o de predicción categórica en Canvas), los nombres 
originales de las clases deben proporcionarse en la sección Configurar las salidas del modelo al 
compartirlas con Canvas. El orden de los nombres de las clases debe coincidir con la indexación 
utilizada en el modelo. El archivo de relaciones de asignación debería tener el siguiente aspecto en 
formato CSV, donde el índice 0 (el primer índice) se asigna al nombre de la clase A:

A B C D

Cuando el usuario de Canvas visualiza las métricas del modelo en la aplicación de Canvas, solo 
puede ver el índice de cada clase (0, 1, 2). Sin embargo, el usuario puede ver los nombres de las 
clases al ver los resultados de una sola predicción.

Incorporación de un modelo propio desde el piloto automático

Revise la siguiente información y los límites al compartir un modelo desde el piloto automático con 
Canvas.

• Solo puede compartir con Canvas los modelos que haya entrenado correctamente a partir 
de un trabajo de AutoML con los modos Ensamblaje, HPO o Auto (para el modo Auto, el 
piloto automático elige el modo Ensamblaje o HPO según el tamaño del conjunto de datos de 
entrenamiento). Los tipos de problemas del piloto automático compatibles actualmente son la 
regresión, la clasificación multiclase y la clasificación binaria.

• Para cada trabajo de piloto automático, puede elegir cualquier modelo (el mejor modelo o cualquier 
otro candidato) para compartirlo en Canvas de uno en uno. Solo tiene que seleccionar el botón
Compartir modelo y, a continuación, especificar los usuarios de Canvas con los que quiera 
compartir el modelo y una nota.

• AutoGluon-Los modelos tabulares que utilizan transformadores Data Wrangler para realizar 
inferencias no se pueden compartir con Canvas. Esto se debe a que los transformadores de Data 
Wrangler hacen que el modelo utilice más de un contenedor.

• Los modelos HPO que no son compatibles con SageMaker Neo no se pueden compartir con 
Canvas correctamente. Los modelos compatibles son modelos de piloto automático que utilizan 
algoritmos XGBoost o MLP. Los modelos incompatibles incluyen los modelos de piloto automático 
que utilizan el algoritmo de aprendizaje lineal.
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Incorporación de un modelo propio desde el registro de modelos

Revise la siguiente información y los límites al compartir un modelo desde el registro de modelos con 
Canvas.

• A diferencia del botón Compartir que proporciona SageMaker JumpStart, Model Registry 
no permite validar el modelo, por lo que es posible que un modelo registrado compartido 
correctamente desde Studio Classic no se pueda importar a Canvas debido a una incompatibilidad 
de modelos. Revise los siguientes consejos antes de compartir en Canvas desde el registro de 
modelos:

• Utilice un único contenedor de inferencias para su modelo. Puede registrar modelos con
varios contenedores dentro del AdditionalInferenceSpecificationscampo, pero Canvas 
solo está optimizado para un contenedor de inferencias por modelo. Por ejemplo, 
cuando utiliza una canalización de inferencia y registra varios contenedores en el campo
AdditionalInferenceSpecifications con varios contenedores de preprocesamiento 
de datos y un contenedor de inferencia, de forma predeterminada, se selecciona el primer 
contenedor para la inferencia de modelos en Canvas. Evalúe si esto funciona para su caso de 
uso si utiliza canalizaciones de machine learning.

• Utilice un algoritmo tabular SageMaker integrado con formatos de inferencia compatibles. Los 
algoritmos de muestra probados con resultados de inferencia compatibles son Autogluon-
Tabular, LightGBM y XGBoost. CatBoost TabTransformer Los algoritmos como las máquinas de 
factorización no aceptan CSV como entrada de archivos, y Canvas no admite los formatos de 
salida de inferencias para algoritmos como aprendizaje lineal y K-NN.

• También puede traer su propio contenedor de imágenes y compartirlo en Canvas, o modificar los 
contenedores prediseñados. SageMaker

• Si va a traer su propio contenedor, debe modificarlo para que funcione con SageMaker él. 
Para obtener más información acerca de cómo incorporar su contenedor, consulte Adaptación 
del contenedor de inferencias propio.

• Para obtener un formato detallado de los formatos de salida de sus inferencias, consulte
Limitaciones del sistema de incorporación de su propio modelo (BYOM).

• Al registrar su modelo en un grupo de paquetes de modelos, recuerde proporcionar los siguientes 
atributos con su contenedor de inferencias:

• Entorno:
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"{\"SAGEMAKER_CONTAINER_LOG_LEVEL\": \"20\", \"SAGEMAKER_PROGRAM\": \"inference.py
\", \"SAGEMAKER_REGION\": \"us-west-2\", \"SAGEMAKER_SUBMIT_DIRECTORY\": \"/opt/ml/
model/code\"}"

• Imagen:

"s3://sagemaker-us-west-2-<account-id>/model-regression-
abalone-2022-10-14-23-02-45/model.tar.gz"

• ModelDataUrl

"<account-id>.dkr.ecr.us-west-2.amazonaws.com/sagemaker-xgboost:1.3-1"

• Debe proporcionar conjuntos de datos de entrenamiento y validación al compartir el modelo desde 
el registro de modelos a Canvas. Los conjuntos de datos deben almacenarse en Amazon S3 y el 
rol de ejecución de los usuarios de Studio Classic y Canvas debe tener acceso a la ubicación de 
Amazon S3. Puede usar los mismos URI de Amazon S3 para compartir los conjuntos de datos de 
entrenamiento y validación con Canvas, o puede compartir diferentes conjuntos de datos con el 
mismo esquema de datos. Los conjuntos de datos deben tener el formato de entrada exacto que 
alimenta el contenedor de inferencias del modelo.

• Debe proporcionar la columna de destino a Canvas o, de lo contrario, se utilizará la primera 
columna de su conjunto de datos de entrenamiento/validación de forma predeterminada.

• En la sección Agregar detalles del modelo al compartir en Canvas, puede proporcionar la primera 
fila de sus conjuntos de datos de entrenamiento y validación como encabezados, o puede 
especificar los encabezados como un archivo diferente.

• En el caso de problemas de clasificación (o de predicción categórica en Canvas), es necesario 
proporcionar los nombres de las clases originales al compartirlas con SageMaker Canvas 
mediante la opción Configurar los resultados del modelo. El orden de los nombres de las clases 
debe coincidir con la indexación utilizada con el modelo compartido. La asignación puede hacerse 
mediante un archivo CSV en Amazon S3 o puede introducir manualmente los nombres de las 
clases.

Gestione la facturación y los costes en Canvas SageMaker

Para realizar un seguimiento de los costes asociados a su aplicación SageMaker Canvas, puede 
utilizar el AWS Billing and Cost Management servicio. Administración de costos y facturación 
proporciona herramientas útiles que ayudan a recopilar información relacionada con los costos y el 
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uso, analizar los generadores de costos y las tendencias de uso, y tomar medidas para presupuestar 
los gastos. Para obtener más información, consulte ¿Qué es AWS Billing and Cost Management?

La facturación en SageMaker Canvas consta de los siguientes componentes:

• Cargos por instancia de Workspace: se le cobrará por el número de horas que lleve conectado o 
utilice SageMaker Canvas. Le recomendamos que cierre sesión o cree un cronograma para cerrar 
cualquier aplicación de Canvas que no esté utilizando activamente a fin de reducir los costos. Para 
obtener más información, consulte Cerrar sesión en Amazon SageMaker Canvas.

• AWScargos de servicio: se le cobra por crear y hacer predicciones con modelos personalizados o 
por hacer predicciones con eady-to-use modelos R:

• Gastos de entrenamiento: se le cobrarán los recursos utilizados para crear un modelo 
personalizado.

• Cargos de predicción: se le cobrarán los recursos utilizados para generar predicciones, según 
el tipo de modelo personalizado que haya creado o el tipo de eady-to-use modelo R que haya 
utilizado.

eady-to-use Los modelos R de Canvas aprovechan otros AWS servicios para generar predicciones. 
Cuando utiliza un eady-to-use modelo R, el servicio correspondiente le cobra y se aplican sus 
condiciones de precios:

• Para el análisis de opiniones, la extracción de entidades, la detección de idioma y la detección de 
información personal, se le cobrarán los precios de Amazon Comprehend.

• Para la detección de objetos en las imágenes y la detección de texto en las imágenes, se le 
cobrará el precio de Amazon Rekognition.

• Para el análisis de gastos, el análisis de documentos de identidad y el análisis de documentos, se 
le cobrará el precio de Amazon Textract.

Para obtener más información, consulta los precios de SageMaker Canvas.

Para ayudarlo a realizar un seguimiento de sus costos en Billing and Cost Management, puede 
asignar etiquetas personalizadas a su aplicación SageMaker Canvas y a sus usuarios. Puede 
realizar un seguimiento de los costes en los que incurren sus aplicaciones y, al etiquetar los perfiles 
de usuario individuales, puede realizar un seguimiento de los costes en función del perfil de usuario. 
Para obtener más información acerca de las etiquetas, consulte Uso de etiquetas de asignación de 
costos.

Gestionar la facturación y el costo 1148

https://docs.aws.amazon.com/awsaccountbilling/latest/aboutv2/billing-what-is.html
https://aws.amazon.com/comprehend/pricing/
https://aws.amazon.com/rekognition/pricing/
https://aws.amazon.com/textract/pricing/
https://aws.amazon.com/sagemaker/canvas/pricing/
https://docs.aws.amazon.com/awsaccountbilling/latest/aboutv2/cost-alloc-tags.html
https://docs.aws.amazon.com/awsaccountbilling/latest/aboutv2/cost-alloc-tags.html


Amazon SageMaker Guía para desarrolladores

Puede agregar etiquetas a su aplicación SageMaker Canvas y a sus usuarios de la siguiente 
manera:

• Si está configurando su SageMaker dominio de Amazon y SageMaker Canvas por primera vez, 
siga las instrucciones de introducción y añada etiquetas al crear su dominio o sus usuarios. Puede 
añadir etiquetas a través de la configuración general de la consola de dominios o a través de las 
API (CreateDomaino CreateUserProfile). SageMaker agrega las etiquetas especificadas en su 
dominio o UserProfile en cualquier aplicación o usuario de SageMaker Canvas que cree después 
de crear el dominio.

• Si desea agregar etiquetas a las aplicaciones de un dominio existente, debe agregar etiquetas 
al dominio o al UserProfile. Puede añadir etiquetas a través de la consola o la AddTagsAPI. Si 
agrega etiquetas a través de la consola, debe eliminar y volver a iniciar su aplicación SageMaker 
Canvas para que las etiquetas se propaguen a la aplicación. Si utiliza la API, las etiquetas se 
agregan directamente a la aplicación. Para obtener más información sobre cómo eliminar y volver 
a iniciar una aplicación de SageMaker Canvas, consulte Administrar aplicaciones.

Después de agregar etiquetas a su dominio, es posible que las etiquetas tarden hasta 24 horas 
en aparecer en la consola de AWS Billing and Cost Management para su activación. Una vez que 
aparezcan en la consola, las etiquetas tardarán otras 24 horas en activarse.

En la página del Explorador de costeos, puede agrupar y filtrar los costos por etiquetas y tipos 
de uso para separar los cargos de la instancia de Workspace (horas de sesión) de los gastos de 
entrenamiento. Los nombres de los tipos de uso son los siguientes:

• Cargos por instancia de Workspace (horas de sesión): REGION-Canvas:Session-Hrs (Hrs)

• Gastos de entrenamiento:

• REGION-Canvas:CreateModelRequest-Tier0 (CreateModelRequest)

• REGION-Canvas:MillionCells-Tier1 (MillionCells)

Capacidades SageMaker geoespaciales de Amazon

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. Si antes del 30 de noviembre de 
2023 creaste un SageMaker dominio de Amazon, Studio Classic sigue siendo la experiencia 
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predeterminada. Los dominios creados después del 30 de noviembre de 2023 utilizan de 
forma predeterminada la nueva experiencia de Studio.
Las funciones y los recursos SageMaker geoespaciales de Amazon solo están disponibles 
en Studio Classic. Para obtener más información sobre cómo configurar un dominio y 
empezar a usar Studio, consultePrimeros pasos con Amazon SageMaker geospatial .

Las capacidades SageMaker geoespaciales de Amazon facilitan a los científicos de datos y a los 
ingenieros de aprendizaje automático (ML) la creación, el entrenamiento y la implementación de 
modelos de ML con mayor rapidez utilizando datos geoespaciales. Tiene acceso a herramientas 
de visualización, procesamiento y datos de código abierto y de terceros para que sea más eficiente 
preparar los datos geoespaciales para el machine learning. Puede aumentar su productividad 
mediante el uso de algoritmos diseñados específicamente y modelos de machine learning 
previamente entrenados para acelerar la creación y el entrenamiento de modelos, y utilizar las 
herramientas de visualización integradas para explorar los resultados de las predicciones en un 
mapa interactivo y, a continuación, colaborar entre equipos para obtener información y resultados.

Note

Actualmente, las capacidades SageMaker geoespaciales solo se admiten en la región 
EE.UU. Oeste (Oregón).
Si no ve la interfaz de usuario SageMaker geoespacial disponible en su instancia actual 
de Studio Classic, compruebe que se encuentra actualmente en la región EE.UU. Oeste 
(Oregón).

¿Por qué utilizar las SageMaker capacidades geoespaciales?

Puede utilizar las capacidades SageMaker geoespaciales para hacer predicciones sobre los datos 
geoespaciales con mayor rapidez que las soluciones. do-it-yourself SageMaker Las capacidades 
geoespaciales facilitan el acceso a los datos geoespaciales de los lagos de datos de sus clientes 
actuales, los conjuntos de datos de código abierto y otros proveedores de datos geoespaciales. 
SageMaker SageMaker Las capacidades geoespaciales minimizan la necesidad de crear una 
infraestructura personalizada y funciones de preprocesamiento de datos al ofrecer algoritmos 
diseñados específicamente para una preparación eficiente de los datos, el entrenamiento de 
modelos y la inferencia. También puede crear y compartir visualizaciones y datos personalizados con 
su empresa desde Amazon SageMaker Studio Classic. SageMaker Las capacidades geoespaciales 
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ofrecen modelos previamente entrenados para usos comunes en la agricultura, el sector inmobiliario, 
los seguros y los servicios financieros.

¿Cómo puedo utilizar las capacidades SageMaker geoespaciales?

Puede utilizar las capacidades SageMaker geoespaciales de dos maneras.

• A través de la interfaz de usuario SageMaker geoespacial, como parte de la interfaz de usuario 
clásica de Amazon SageMaker Studio.

• A través de una instancia de bloc de notas de Studio Classic que utiliza la imagen Geospatial 1.0.

SageMaker tiene las siguientes capacidades geoespaciales

• Utilice una imagen SageMaker geoespacial especialmente diseñada que sea compatible con 
instancias de notebook basadas en CPU y GPU, y que también incluya bibliotecas de código 
abierto de uso común que se encuentran en los flujos de trabajo de aprendizaje automático 
geoespacial.

• Utilice Amazon SageMaker Processing y el contenedor SageMaker geoespacial para ejecutar 
cargas de trabajo a gran escala con sus propios conjuntos de datos, como suelo, meteorología, 
clima, LiDAR e imágenes aéreas y satelitales comerciales.

• Ejecute un trabajo de observación de la Tierra para procesar datos ráster.

• Ejecute un trabajo de enriquecimiento vectorial para convertir la latitud y la longitud en direcciones 
legibles para el ser humano y haga coincidir los trazados de GPS imprecisos con carreteras 
específicas.

• Utilice las herramientas de visualización integradas directamente en Studio Classic para ver de 
forma interactiva datos geoespaciales o modelar predicciones en un mapa.

También puede usar datos de un conjunto de proveedores de datos geoespaciales. En la actualidad, 
las recopilaciones de datos disponibles incluyen:

• USGS Landsat

• Sentinel-1

• Sentinel-2

• Copernicus DEM

• National Agriculture Imagery Program
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¿Es la primera vez que utiliza la tecnología geoespacial? SageMaker

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio pasa a 
denominarse Amazon SageMaker Studio Classic. Los dominios nuevos que se creen después del 
30 de noviembre de 2023 tendrán la experiencia Studio de forma predeterminada. El acceso a la 
información SageMaker geoespacial está limitado a Studio Classic; para obtener más información, 
consulteAcceder a datos geoespaciales SageMaker .

Si es la primera vez que utilizas AWS Amazon SageMaker, te recomendamos que hagas lo 
siguiente:

1. Cree una Cuenta de AWS.

Para obtener más información sobre cómo configurar una AWS cuenta y cómo empezar a 
utilizarla SageMaker, consultaConfigurar los SageMaker requisitos previos de Amazon.

2. Cree un rol de usuario y un rol de ejecución que funcionen con la tecnología SageMaker 
geoespacial.

Como servicio gestionado, las capacidades SageMaker geoespaciales de Amazon realizan 
operaciones en su nombre en el AWS hardware que las SageMaker gestiona. Un rol SageMaker 
de ejecución solo puede realizar las operaciones que los usuarios le asignen. Para trabajar con las 
capacidades SageMaker geoespaciales, debe configurar un rol de usuario y un rol de ejecución. 
Para obtener más información, consulte SageMaker funciones de capacidades geoespaciales.

3. Actualice su política de confianza para incluir la información SageMaker geoespacial.

SageMaker geospatial define un principio de servicio adicional. Para obtener información 
sobre cómo crear o actualizar la política de confianza de su función de SageMaker ejecución, 
consulteAgregar el principal del servicio SageMaker geoespacial a una función de SageMaker 
ejecución existente.

4. Configure un SageMaker dominio de Amazon para acceder a Amazon SageMaker Studio Classic.

Para utilizar la SageMaker tecnología geoespacial, se requiere un dominio. Para los dominios 
creados antes del 30 de noviembre de 2023, la experiencia predeterminada es Studio Classic. Los 
dominios creados después del 30 de noviembre de 2023 son de forma predeterminada para la 
experiencia de Studio. Para obtener más información sobre cómo acceder a Studio Classic desde 
Studio, consulteAcceder a datos geoespaciales SageMaker .

5. Recuerde cerrar los recursos.
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Cuando haya terminado de utilizar las capacidades SageMaker geoespaciales, apague la 
instancia en la que se ejecuta para evitar incurrir en cargos adicionales. Para obtener más 
información, consulte Cierre de recursos.

Temas

• Primeros pasos con Amazon SageMaker geospatial

• Uso de trabajos de procesamiento para cargas de trabajo geoespaciales personalizadas

• Trabajos de observación de la Tierra

• Trabajos de enriquecimiento vectorial

• Visualización mediante capacidades SageMaker geoespaciales

• SDK de mapas SageMaker geoespaciales de Amazon

• SageMaker Preguntas frecuentes sobre las capacidades geoespaciales

• SageMaker Seguridad y permisos geoespaciales

• Tipos de instancias de computación

• Recopilaciones de datos

Primeros pasos con Amazon SageMaker geospatial

SageMaker geospatial proporciona un tipo de imagen e instancia especialmente diseñado para los 
blocs de notas Amazon SageMaker Studio Classic. Puede utilizar cuadernos con CPU o GPU con 
la SageMaker imagen geoespacial. También puede visualizar sus datos geoespaciales mediante 
un visualizador especialmente diseñado. Además, la SageMaker tecnología geoespacial también 
proporciona API que permiten consultar recopilaciones de datos ráster. También puede utilizar 
modelos previamente entrenados para analizar los datos geoespaciales, la geocodificación inversa y 
la coincidencia de mapas.

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. Si antes del 30 de noviembre de 
2023 creaste un SageMaker dominio de Amazon, Studio Classic sigue siendo la experiencia 
predeterminada. Los dominios creados después del 30 de noviembre de 2023 utilizan de 
forma predeterminada la nueva experiencia de Studio.
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Para acceder y empezar a utilizar Amazon SageMaker geospatial, haga lo siguiente:

Temas

• Acceder a datos geoespaciales SageMaker

• Cree un bloc de notas Amazon SageMaker Studio Classic con la imagen geoespacial

• Acceso a la recopilación de datos ráster del Sentinel-2 y creación de un trabajo de observación de 
la Tierra para realizar la segmentación del terreno

Acceder a datos geoespaciales SageMaker

Note

Actualmente, las capacidades SageMaker geoespaciales solo se admiten en la región 
EE.UU. Oeste (Oregón) y en Studio Classic.
Si no ve la interfaz de usuario SageMaker geoespacial disponible en su instancia actual 
de Studio Classic, compruebe que se encuentra actualmente en la región EE.UU. Oeste 
(Oregón).

Se necesita un dominio para acceder a la información SageMaker geoespacial. Si creó un dominio 
antes del 30 de noviembre de 2023, la experiencia predeterminada es Studio Classic.

Si creó un dominio después del 30 de noviembre de 2023 o si ha migrado a Studio, puede utilizar el 
siguiente procedimiento para activar Studio Classic desde Studio y utilizar las funciones SageMaker 
geoespaciales.

Para obtener más información sobre cómo crear un dominio, consulta Incorporar un SageMaker 
dominio de Amazon.

Para acceder a Studio Classic desde Studio

1. Abre Amazon SageMaker Studio.

2. En Aplicaciones, selecciona Studio Classic.

3. A continuación, selecciona Crear un espacio de Studio Classic.

4. En la página Crear un espacio de Studio Classic, introduce un nombre.

5. Desactive la opción Compartir con mi dominio. SageMaker la tecnología geoespacial no está 
disponible en los dominios compartidos.
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6. A continuación, elija Crear espacio.

Si se ejecuta correctamente, el estado cambia a Actualización. Cuando la aplicación Studio Classic 
esté lista para usarse, el estado cambiará a Detenido.

Para iniciar la aplicación Studio Classic, selecciona Ejecutar.

Cree un bloc de notas Amazon SageMaker Studio Classic con la imagen geoespacial

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
sobre el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Note

Actualmente, la SageMaker tecnología geoespacial solo se admite en la región EE.UU. 
Oeste (Oregón).
Si no ve la opción SageMaker geoespacial disponible en su dominio o instancia de bloc 
de notas actual, asegúrese de que se encuentra actualmente en la región EE.UU. Oeste 
(Oregón).

Utilice el siguiente procedimiento para crear un bloc de notas de Studio Classic con la imagen 
SageMaker geoespacial. Si su experiencia de estudio predeterminada es Studio, consulte Acceder 
a datos geoespaciales SageMaker  para obtener información sobre cómo iniciar una aplicación de 
Studio Classic.

Para crear un bloc de notas de Studio Classic con la SageMaker imagen geoespacial

1. Inicie Studio Classic

2. Seleccione Inicio en la barra de menú.

3. En Acciones rápidas, elige Abrir lanzador.

4. Se abrirá el cuadro de diálogo del Lanzador. Seleccione Cambiar entorno en Cuadernos y 
recursos de computación.
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5. Se abrirá el cuadro de diálogo Cambiar entorno. Seleccione el menú desplegable Imagen y elija 
o escriba Geospatial 1.0.

6. A continuación, elija un Tipo de instancia en el menú desplegable.

SageMaker geospatial admite dos tipos de instancias de notebook: CPU y GPU. La instancia de 
CPU compatible se denomina ml.geospatial.interactive. Se puede usar cualquier instancia de 
GPU de la familia G5 con la imagen Geospatial 1.0.

Note

Si recibes un ResourceLimitExceedederror al intentar iniciar una instancia basada en 
la GPU, debes solicitar un aumento de cuota. Para aprender a solicitar un aumento de 
cuota, consulte Solicitud de aumento de cuota en la Guía del usuario de Service Quotas.

7. Elija Seleccionar.

8. Elija Crear cuaderno.
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Después de crear un cuaderno, para obtener más información sobre SageMaker geoespacial, 
prueba el tutorial SageMaker geoespacial. Le muestra cómo procesar los datos de imágenes del 
Sentinel-2 y segmentar el terreno en ellos utilizando la API de trabajos de observación de la Tierra.

Acceso a la recopilación de datos ráster del Sentinel-2 y creación de un trabajo de 
observación de la Tierra para realizar la segmentación del terreno

Este tutorial basado en Python utiliza el SDK para Python (Boto3) y un bloc de notas Amazon Studio 
Classic. SageMaker Para completar esta demostración correctamente, asegúrese de tener los 
permisos AWS Identity and Access Management (IAM) necesarios para usar Geospatial y Studio 
Classic. SageMaker SageMaker geospatial requiere que tenga un usuario, grupo o rol que pueda 
acceder a Studio Classic. También debe tener una función de SageMaker ejecución que especifique 
el principal del servicio SageMaker geoespacial sagemaker-geospatial.amazonaws.com en su 
política de confianza.

Para obtener más información sobre estos requisitos, consulte las funciones de SageMaker IAM 
geoespacial.

En este tutorial, se muestra cómo utilizar la API SageMaker geoespacial para realizar las siguientes 
tareas:

• Encontrar las recopilaciones de datos ráster disponibles con
list_raster_data_collections.

• Buscar una recopilación de datos ráster específica mediante
search_raster_data_collection.

• Crear un trabajo de observación de la Tierra (EOJ) mediante start_earth_observation_job.

Utilizar list_raster_data_collections para encontrar las colecciones de datos disponibles

SageMaker geospatial admite múltiples recopilaciones de datos ráster. Para obtener más información 
sobre las recopilaciones de datos disponibles, consulte Recopilaciones de datos.

En esta demostración se utilizan datos satelitales recopilados de satélites Sentinel-2 GeoTIFF 
optimizados para la nube. Estos satélites proporcionan una cobertura global de la superficie de 
la Tierra cada cinco días. Además de recopilar imágenes de la superficie terrestre, los satélites 
Sentinel-2 también recopilan datos en una variedad de bandas espectrales.

Introducción 1157

https://registry.opendata.aws/sentinel-2-l2a-cogs/
https://registry.opendata.aws/sentinel-2-l2a-cogs/


Amazon SageMaker Guía para desarrolladores

Para buscar en un área de interés (AOI), necesita el ARN asociado a los datos del satélite Sentinel-2. 
Para encontrar las recopilaciones de datos disponibles y sus ARN asociados en su Región de AWS, 
utilice la operación de la API list_raster_data_collections.

Como la respuesta se puede paginar, debe usar la operación get_paginator para devolver todos 
los datos relevantes:

import boto3
import sagemaker
import sagemaker_geospatial_map
import json  

## SageMaker Geospatial  is currently only avaialable in US-WEST-2   
session = boto3.Session(region_name='us-west-2')
execution_role = sagemaker.get_execution_role()

## Creates a SageMaker Geospatial client instance  
geospatial_client = session.client(service_name="sagemaker-geospatial")

# Creates a resusable Paginator for the list_raster_data_collections API operation  
paginator = geospatial_client.get_paginator("list_raster_data_collections")

# Create a PageIterator from the paginator class
page_iterator = paginator.paginate()

# Use the iterator to iterate throught the results of list_raster_data_collections
results = []
for page in page_iterator: 
    results.append(page['RasterDataCollectionSummaries'])

print(results)

Este es un ejemplo de respuesta en JSON de la operación de la API
list_raster_data_collections. Está truncado para incluir solo la recopilación de datos 
(Sentinel-2) que se utiliza en este ejemplo de código: . Para obtener más información sobre una 
recopilación de datos ráster específica, utilice get_raster_data_collection:

{ 
    "Arn": "arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8", 
    "Description": "Sentinel-2a and Sentinel-2b imagery, processed to Level 2A (Surface 
 Reflectance) and converted to Cloud-Optimized GeoTIFFs", 
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    "DescriptionPageUrl": "https://registry.opendata.aws/sentinel-2-l2a-cogs", 
    "Name": "Sentinel 2 L2A COGs", 
    "SupportedFilters": [ 
        { 
            "Maximum": 100, 
            "Minimum": 0, 
            "Name": "EoCloudCover", 
            "Type": "number" 
        }, 
        { 
            "Maximum": 90, 
            "Minimum": 0, 
            "Name": "ViewOffNadir", 
            "Type": "number" 
        }, 
        { 
            "Name": "Platform", 
            "Type": "string" 
        } 
    ], 
    "Tags": {}, 
    "Type": "PUBLIC"
}

Tras ejecutar el ejemplo de código anterior, obtendrá el ARN de la recopilación de datos ráster 
de Sentinel-2, arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-
data-collection/public/nmqj48dcu3g7ayw8. En la siguiente sección, puede consultar la 
recopilación de datos de Sentinel-2 mediante la API search_raster_data_collection.

Búsqueda en la recopilación de datos ráster de Sentinel-2 con
search_raster_data_collection

En la sección anterior, utilizó list_raster_data_collections para obtener el ARN de la 
recopilación de datos de Sentinel-2. Ahora puede usar ese ARN para buscar en la recopilación de 
datos en un área de interés (AOI) determinada, un rango de tiempo, propiedades y las bandas UV 
disponibles.

Para llamar a la API search_raster_data_collection, debe pasar un diccionario Python 
al parámetro RasterDataCollectionQuery. En este ejemplo se utilizan AreaOfInterest,
TimeRangeFilter, PropertyFilters y BandFilter. Para mayor facilidad, puede especificar el 
diccionario de Python utilizando la variable search_rdc_query para contener los parámetros de la 
consulta de búsqueda:

Introducción 1159



Amazon SageMaker Guía para desarrolladores

search_rdc_query = { 
    "AreaOfInterest": { 
        "AreaOfInterestGeometry": { 
            "PolygonGeometry": { 
                "Coordinates": [ 
                    [ 
                        # coordinates are input as longitute followed by latitude  
                         [-114.529, 36.142], 
                         [-114.373, 36.142], 
                         [-114.373, 36.411], 
                         [-114.529, 36.411], 
                         [-114.529, 36.142], 
                    ] 
                ] 
            } 
        } 
    }, 
    "TimeRangeFilter": { 
        "StartTime": "2022-01-01T00:00:00Z", 
        "EndTime": "2022-07-10T23:59:59Z"
    }, 
    "PropertyFilters": { 
        "Properties": [ 
            { 
                "Property": { 
                    "EoCloudCover": { 
                        "LowerBound": 0, 
                        "UpperBound": 1 
                    } 
                } 
            } 
        ], 
        "LogicalOperator": "AND" 
    }, 
    "BandFilter": [ 
         "visual"
    ]
}

En este ejemplo, consulta un AreaOfInterest que incluye el lago Mead en Utah. Además, 
Sentinel-2 admite varios tipos de bandas de imagen. Para medir el cambio en la superficie del agua, 
solo necesita la banda visual.
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Tras crear los parámetros de la consulta, puede utilizar la API
search_raster_data_collection para realizar la solicitud.

El siguiente ejemplo de código implementa una solicitud de la API
search_raster_data_collection. Esta API no admite la paginación mediante la API
get_paginator. Para asegurarse de que se ha recopilado la respuesta completa de la API, el 
ejemplo de código utiliza un bucle while para comprobar si NextToken existe. A continuación, 
el ejemplo de código utiliza .extend() para asociar las URL de las imágenes de satélite y otros 
metadatos de respuesta a la items_list.

Para obtener más información al respectosearch_raster_data_collection, consulte
SearchRasterDataCollectionla referencia de la SageMaker API de Amazon.

search_rdc_response = sm_geo_client.search_raster_data_collection( 
    Arn='arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8', 
    RasterDataCollectionQuery=search_rdc_query
)

## items_list is the response from the API request.  
items_list = []

## Use the python .get() method to check that the 'NextToken' exists, if null returns 
 None breaking the while loop  
while search_rdc_response.get('NextToken'): 
    items_list.extend(search_rdc_response['Items']) 
    search_rdc_response = sm_geo_client.search_raster_data_collection( 
        Arn='arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-
collection/public/nmqj48dcu3g7ayw8', 
        RasterDataCollectionQuery=search_rdc_query, 
 NextToken=search_rdc_response['NextToken'] 
    )

## Print the number of observation return based on the query
print (len(items_list))

El siguiente ejemplo es una respuesta JSON de su consulta. Se ha truncado para mayor claridad. En 
el par clave-valor Assets, solo se devuelve el "BandFilter": ["visual"] especificado en la 
solicitud:

{ 
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    'Assets': { 
        'visual': { 
            'Href': 'https://sentinel-cogs.s3.us-west-2.amazonaws.com/sentinel-s2-l2a-
cogs/15/T/UH/2022/6/S2A_15TUH_20220623_0_L2A/TCI.tif' 
        } 
    }, 
    'DateTime': datetime.datetime(2022, 6, 23, 17, 22, 5, 926000, tzinfo = tzlocal()), 
    'Geometry': { 
        'Coordinates': [ 
            [ 
                 [-114.529, 36.142], 
                 [-114.373, 36.142], 
                 [-114.373, 36.411], 
                 [-114.529, 36.411], 
                 [-114.529, 36.142], 
            ] 
        ], 
        'Type': 'Polygon' 
    }, 
    'Id': 'S2A_15TUH_20220623_0_L2A', 
    'Properties': { 
        'EoCloudCover': 0.046519, 
        'Platform': 'sentinel-2a' 
    }
}

Ahora que tiene los resultados de la consulta, en la siguiente sección puede visualizarlos utilizando
matplotlib. Esto sirve para comprobar que los resultados provengan de la región geográfica 
correcta.

Visualización de su search_raster_data_collection con matplotlib

Antes de empezar el trabajo de observación de la Tierra (EOJ), puede visualizar el resultado 
de nuestra consulta con matplotlib. El siguiente ejemplo de código toma el primer elemento,
items_list[0]["Assets"]["visual"]["Href"], de la variable items_list creada en el 
ejemplo de código anterior e imprime una imagen con matplotlib.

# Visualize an example image.
import os
from urllib import request
import tifffile
import matplotlib.pyplot as plt
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image_dir = "./images/lake_mead"
os.makedirs(image_dir, exist_ok=True)

image_dir = "./images/lake_mead"
os.makedirs(image_dir, exist_ok=True)

image_url = items_list[0]["Assets"]["visual"]["Href"]
img_id = image_url.split("/")[-2]
path_to_image = image_dir + "/" + img_id + "_TCI.tif"
response = request.urlretrieve(image_url, path_to_image)
print("Downloaded image: " + img_id)

tci = tifffile.imread(path_to_image)
plt.figure(figsize=(6, 6))
plt.imshow(tci)
plt.show()

Tras comprobar que los resultados se encuentran en la región geográfica correcta, puede iniciar 
el trabajo de observación de la Tierra (EOJ) en el siguiente paso. El EOJ se utiliza para identificar 
los cuerpos de agua a partir de las imágenes de satélite mediante un proceso denominado 
segmentación del terreno.

Inicio de un trabajo de observación de la Tierra (EOJ) que consiste en segmentar el terreno a partir 
de una serie de imágenes de satélite

SageMaker geospatial proporciona varios modelos previamente entrenados que puede usar para 
procesar datos geoespaciales de colecciones de datos ráster. Para obtener más información sobre 
los modelos previamente entrenados y las operaciones personalizadas disponibles, consulte Tipos 
de operaciones.

Para calcular el cambio en la superficie del agua, es necesario identificar qué píxeles de las 
imágenes corresponden al agua. La segmentación de la cobertura terrestre es un modelo de 
segmentación semántica compatible con la API start_earth_observation_job. Los modelos 
de segmentación semántica asocian una etiqueta a cada píxel de cada imagen. En los resultados, a 
cada píxel se le asigna una etiqueta que se basa en el mapa de clases del modelo. Este es el mapa 
de clases del modelo de segmentación de terrenos:

{ 
    0: "No_data", 
    1: "Saturated_or_defective", 
    2: "Dark_area_pixels", 
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    3: "Cloud_shadows", 
    4: "Vegetation", 
    5: "Not_vegetated", 
    6: "Water", 
    7: "Unclassified", 
    8: "Cloud_medium_probability", 
    9: "Cloud_high_probability", 
    10: "Thin_cirrus", 
    11: "Snow_ice"
}

Para iniciar un trabajo de observación de la Tierra, utilice la API start_earth_observation_job. 
Cuando envíe su solicitud, debe especificar lo siguiente:

• InputConfig (diccionario): se utiliza para especificar las coordenadas del área en la que desea 
buscar y otros metadatos asociados a la búsqueda.

• JobConfig (diccionario): se usa para especificar el tipo de operación de EOJ que se realizó con 
los datos. En este ejemplo se utiliza LandCoverSegmentationConfig.

• ExecutionRoleArn(cadena): el ARN del rol de SageMaker ejecución con los permisos 
necesarios para ejecutar el trabajo.

• Name (cadena): un nombre para el trabajo de observación de la Tierra.

El InputConfig es un diccionario de Python. Utilice la siguiente variable eoj_input_config para 
almacenar los parámetros de la consulta de búsqueda. Utilice esta variable cuando realice la solicitud 
a la API start_earth_observation_job. w.

# Perform land cover segmentation on images returned from the Sentinel-2 dataset.
eoj_input_config = { 
    "RasterDataCollectionQuery": { 
        "RasterDataCollectionArn": "arn:aws:sagemaker-geospatial:us-
west-2:378778860802:raster-data-collection/public/nmqj48dcu3g7ayw8", 
        "AreaOfInterest": { 
            "AreaOfInterestGeometry": { 
                "PolygonGeometry": { 
                    "Coordinates":[ 
                        [ 
                             [-114.529, 36.142], 
                             [-114.373, 36.142], 
                             [-114.373, 36.411], 
                             [-114.529, 36.411], 
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                            [-114.529, 36.142], 
                        ] 
                    ] 
                } 
            } 
        }, 
        "TimeRangeFilter": { 
            "StartTime": "2021-01-01T00:00:00Z", 
            "EndTime": "2022-07-10T23:59:59Z", 
        }, 
        "PropertyFilters": { 
            "Properties": [{"Property": {"EoCloudCover": {"LowerBound": 0, 
 "UpperBound": 1}}}], 
            "LogicalOperator": "AND", 
        }, 
    }
}

El JobConfig es un diccionario de Python que se utiliza para especificar la operación de EOJ que 
quiera que se realice en sus datos:

eoj_config = {"LandCoverSegmentationConfig": {}}

Con los elementos del diccionario ahora especificados, puede enviar su solicitud a la API
start_earth_observation_job mediante el siguiente ejemplo de código:

# Gets the execution role arn associated with current notebook instance  
execution_role_arn = sagemaker.get_execution_role()

# Starts an earth observation job
response = sm_geo_client.start_earth_observation_job( 
    Name="lake-mead-landcover", 
    InputConfig=eoj_input_config, 
    JobConfig=eoj_config, 
    ExecutionRoleArn=execution_role_arn,
) 
             
print(response)

Al iniciar un trabajo de observación de la Tierra, se devuelve un ARN junto con otros metadatos.
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Para obtener una lista de todos los trabajos de observación de la Tierra en curso y actuales, utilice 
la API list_earth_observation_jobs. Para supervisar el estado de un único trabajo de 
observación de la Tierra, use la API get_earth_observation_job. Para realizar esta solicitud, 
use el ARN creado después de enviar su solicitud de EOJ. Para obtener más información, consulta
GetEarthObservationJobla referencia de la SageMaker API de Amazon.

Para encontrar los ARN asociados a sus EOJ, utilice la operación de la API
list_earth_observation_jobs. Para obtener más información, consulta
ListEarthObservationJobsla referencia de la SageMaker API de Amazon.

# List all jobs in the account
sg_client.list_earth_observation_jobs()["EarthObservationJobSummaries"]

A continuación, se muestra un ejemplo de respuesta JSON:

{ 
    'Arn': 'arn:aws:sagemaker-geospatial:us-west-2:111122223333:earth-observation-job/
futg3vuq935t', 
    'CreationTime': datetime.datetime(2023, 10, 19, 4, 33, 54, 21481, tzinfo = 
 tzlocal()), 
    'DurationInSeconds': 3493, 
    'Name': 'lake-mead-landcover', 
    'OperationType': 'LAND_COVER_SEGMENTATION', 
    'Status': 'COMPLETED', 
    'Tags': {}
}, { 
    'Arn': 'arn:aws:sagemaker-geospatial:us-west-2:111122223333:earth-observation-job/
wu8j9x42zw3d', 
    'CreationTime': datetime.datetime(2023, 10, 20, 0, 3, 27, 270920, tzinfo = 
 tzlocal()), 
    'DurationInSeconds': 1, 
    'Name': 'mt-shasta-landcover', 
    'OperationType': 'LAND_COVER_SEGMENTATION', 
    'Status': 'INITIALIZING', 
    'Tags': {}
}

Cuando el estado de su trabajo de EOJ cambie a COMPLETED, pase a la siguiente sección para 
calcular el cambio en la superficie del lago Mead's .
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Cálculo del cambio en la superficie del lago Mead

Para calcular el cambio en la superficie del lago Mead, exporte primero los resultados del EOJ a 
Amazon S3 mediante export_earth_observation_job:

sagemaker_session = sagemaker.Session()
s3_bucket_name = sagemaker_session.default_bucket()  # Replace with your own bucket if 
 needed
s3_bucket = session.resource("s3").Bucket(s3_bucket_name)
prefix = "export-lake-mead-eoj"  # Replace with the S3 prefix desired
export_bucket_and_key = f"s3://{s3_bucket_name}/{prefix}/"

eoj_output_config = {"S3Data": {"S3Uri": export_bucket_and_key}}
export_response = sm_geo_client.export_earth_observation_job( 
    Arn="arn:aws:sagemaker-geospatial:us-west-2:111122223333:earth-observation-
job/7xgwzijebynp", 
    ExecutionRoleArn=execution_role_arn, 
    OutputConfig=eoj_output_config, 
    ExportSourceImages=False,
)

Para ver el estado de su trabajo de exportación, utilice get_earth_observation_job:

export_job_details = 
 sm_geo_client.get_earth_observation_job(Arn=export_response["Arn"])

Para calcular los cambios en el nivel del agua del lago Mead, descarga las máscaras de cobertura 
terrestre en el SageMaker cuaderno local y descarga las imágenes originales de nuestra consulta 
anterior. En el mapa de clases del modelo de segmentación del suelo, el índice de clases del agua 
es 6.

Para extraer la máscara de agua de una imagen de Sentinel-2, siga estos pasos. Primero, cuente 
el número de píxeles marcados como agua (índice de clase 6) en la imagen. En segundo lugar, 
multiplique el recuento por el área que cubre cada píxel. Las bandas pueden diferir en su resolución 
espacial. Para el modelo de segmentación de la cobertura terrestre, todas las bandas se muestrean 
hacia abajo hasta una resolución espacial igual a 60 metros.

import os
from glob import glob
import cv2
import numpy as np
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import tifffile
import matplotlib.pyplot as plt
from urllib.parse import urlparse
from botocore import UNSIGNED
from botocore.config import Config

# Download land cover masks
mask_dir = "./masks/lake_mead"
os.makedirs(mask_dir, exist_ok=True)
image_paths = []
for s3_object in s3_bucket.objects.filter(Prefix=prefix).all(): 
    path, filename = os.path.split(s3_object.key) 
    if "output" in path: 
        mask_name = mask_dir + "/" + filename 
        s3_bucket.download_file(s3_object.key, mask_name) 
        print("Downloaded mask: " + mask_name)

# Download source images for visualization
for tci_url in tci_urls: 
    url_parts = urlparse(tci_url) 
    img_id = url_parts.path.split("/")[-2] 
    tci_download_path = image_dir + "/" + img_id + "_TCI.tif" 
    cogs_bucket = session.resource( 
        "s3", config=Config(signature_version=UNSIGNED, region_name="us-west-2") 
    ).Bucket(url_parts.hostname.split(".")[0]) 
    cogs_bucket.download_file(url_parts.path[1:], tci_download_path) 
    print("Downloaded image: " + img_id)

print("Downloads complete.")

image_files = glob("images/lake_mead/*.tif")
mask_files = glob("masks/lake_mead/*.tif")
image_files.sort(key=lambda x: x.split("SQA_")[1])
mask_files.sort(key=lambda x: x.split("SQA_")[1])
overlay_dir = "./masks/lake_mead_overlay"
os.makedirs(overlay_dir, exist_ok=True)
lake_areas = []
mask_dates = []

for image_file, mask_file in zip(image_files, mask_files): 
    image_id = image_file.split("/")[-1].split("_TCI")[0] 
    mask_id = mask_file.split("/")[-1].split(".tif")[0] 
    mask_date = mask_id.split("_")[2] 
    mask_dates.append(mask_date) 
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    assert image_id == mask_id 
    image = tifffile.imread(image_file) 
    image_ds = cv2.resize(image, (1830, 1830), interpolation=cv2.INTER_LINEAR) 
    mask = tifffile.imread(mask_file) 
    water_mask = np.isin(mask, [6]).astype(np.uint8)  # water has a class index 6 
    lake_mask = water_mask[1000:, :1100] 
    lake_area = lake_mask.sum() * 60 * 60 / (1000 * 1000)  # calculate the surface area 
    lake_areas.append(lake_area) 
    contour, _ = cv2.findContours(water_mask, cv2.RETR_TREE, cv2.CHAIN_APPROX_SIMPLE) 
    combined = cv2.drawContours(image_ds, contour, -1, (255, 0, 0), 4) 
    lake_crop = combined[1000:, :1100] 
    cv2.putText(lake_crop, f"{mask_date}", (10,50), cv2.FONT_HERSHEY_SIMPLEX, 1.5, (0, 
 0, 0), 3, cv2.LINE_AA) 
    cv2.putText(lake_crop, f"{lake_area} [sq km]", (10,100), cv2.FONT_HERSHEY_SIMPLEX, 
 1.5, (0, 0, 0), 3, cv2.LINE_AA) 
    overlay_file = overlay_dir + '/' + mask_date + '.png' 
    cv2.imwrite(overlay_file, cv2.cvtColor(lake_crop, cv2.COLOR_RGB2BGR))

# Plot water surface area vs. time.
plt.figure(figsize=(20,10))
plt.title('Lake Mead surface area for the 2021.02 - 2022.07 period.', fontsize=20)
plt.xticks(rotation=45)
plt.ylabel('Water surface area [sq km]', fontsize=14)
plt.plot(mask_dates, lake_areas, marker='o')
plt.grid('on')
plt.ylim(240, 320)
for i, v in enumerate(lake_areas): 
    plt.text(i, v+2, "%d" %v, ha='center')
plt.show()

Con matplotlib, puede visualizar los resultados con un gráfico. El gráfico muestra que la 
superficie del lago Mead disminuyó entre enero de 2021 y julio de 2022.
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Uso de trabajos de procesamiento para cargas de trabajo geoespaciales 
personalizadas

Con Amazon SageMaker Processing, puede utilizar una experiencia gestionada y simplificada 
SageMaker para ejecutar sus cargas de trabajo de procesamiento de datos con el contenedor 
geoespacial diseñado específicamente.

La infraestructura subyacente de un trabajo de Amazon SageMaker Processing está completamente 
gestionada por SageMaker. Durante un trabajo de procesamiento, los recursos del clúster se 
aprovisionan durante la duración del trabajo y se limpian cuando se completa un trabajo.
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El diagrama anterior muestra cómo se SageMaker hace girar un trabajo de procesamiento 
geoespacial. SageMaker toma el script de carga de trabajo geoespacial, copia los datos 
geoespaciales de Amazon Simple Storage Service (Amazon S3) y, a continuación, extrae 
el contenedor geoespacial especificado. La infraestructura subyacente para el trabajo de 
procesamiento está completamente gestionada por. SageMaker Los recursos del clúster se 
aprovisionan durante la duración del trabajo y se limpian cuando se completa un trabajo. El resultado 
del trabajo de procesamiento se almacena en el bucket que especifique.

Restricciones en la ruta de nomenclatura

Las rutas locales dentro de un contenedor de trabajos de procesamiento deben empezar por
/opt/ml/processing/.

SageMaker geospatial proporciona un contenedor diseñado específicamente,
081189585635.dkr.ecr.us-west-2.amazonaws.com/sagemaker-geospatial-
v1-0:latest que se puede especificar al ejecutar un trabajo de procesamiento.

Temas

• Descripción general: ejecute trabajos de procesamiento utilizando un contenedor geoespacial 
ScriptProcessor SageMaker

• Se utiliza ScriptProcessor para calcular el índice diferencial de vegetación normalizado (NDVI) 
utilizando datos de satélite Sentinel-2
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Descripción general: ejecute trabajos de procesamiento utilizando un contenedor 
geoespacial ScriptProcessor SageMaker

SageMaker geospatial proporciona un contenedor de procesamiento diseñado específicamente,.
081189585635.dkr.ecr.us-west-2.amazonaws.com/sagemaker-geospatial-
v1-0:latest Puedes usar este contenedor cuando ejecutes un trabajo con Amazon SageMaker 
Processing. Cuando cree una instancia de la ScriptProcessorclase que está disponible a través 
del SDK de Amazon SageMaker Python para procesamiento, especifique estoimage_uri.

Note

Si recibe un ResourceLimitExceedederror al intentar iniciar un trabajo de procesamiento, 
debe solicitar un aumento de cuota. Para aprender a solicitar un aumento de cuota, consulte
Solicitud de aumento de cuota en la Guía del usuario de Service Quotas.

Requisitos previos para utilizar ScriptProcessor

1. Ha creado un script Python que especifica su carga de trabajo de machine learning geoespacial.

2. Ha concedido al rol de SageMaker ejecución acceso a todos los buckets de Amazon S3 que sean 
necesarios.

3. Preparación de los datos para importarlos al contenedor. Los trabajos SageMaker 
de procesamiento de Amazon admiten establecer un s3_data_type valor igual a
"ManifestFile" o a"S3Prefix".

El siguiente procedimiento le muestra cómo crear una instancia ScriptProcessor y enviar un 
trabajo de Amazon SageMaker Processing mediante el contenedor SageMaker geoespacial.

Para crear una ScriptProcessor instancia y enviar un trabajo de Amazon SageMaker Processing 
mediante un contenedor SageMaker geoespacial

1. Cree una instancia de la ScriptProcessor clase mediante la imagen geoespacial: SageMaker

from sagemaker.processing import ScriptProcessor, ProcessingInput, ProcessingOutput 
  
sm_session = sagemaker.session.Session()
execution_role_arn = sagemaker.get_execution_role()
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# purpose-built geospatial container
image_uri = '081189585635.dkr.ecr.us-west-2.amazonaws.com/sagemaker-geospatial-
v1-0:latest'

script_processor = ScriptProcessor( 
 command=['python3'], 
 image_uri=image_uri, 
 role=execution_role_arn, 
 instance_count=4, 
 instance_type='ml.m5.4xlarge', 
 sagemaker_session=sm_session
)

Sustituya execution_role_arn por el ARN de la función de ejecución que tiene acceso a 
SageMaker los datos de entrada almacenados en Amazon S3 y en cualquier AWS otro servicio 
al que desee llamar en su trabajo de procesamiento. Puede actualizar el instance_count y el
instance_type para que coincidan con los requisitos de su trabajo de procesamiento.

2. Para iniciar un trabajo de procesamiento, utilice el método .run():

# Can be replaced with any S3 compliant string for the name of the folder.
s3_folder = geospatial-data-analysis

# Use .default_bucket() to get the name of the S3 bucket associated with your current 
 SageMaker session
s3_bucket = sm_session.default_bucket() 
      
s3_manifest_uri = f's3://{s3_bucket}/{s3_folder}/manifest.json'
s3_prefix_uri =  f's3://{s3_bucket}/{s3_folder}/image-prefix

script_processor.run( 
 code='preprocessing.py', 
 inputs=[ 
  ProcessingInput( 
   source=s3_manifest_uri | s3_prefix_uri , 
   destination='/opt/ml/processing/input_data/', 
   s3_data_type= "ManifestFile" | "S3Prefix", 
   s3_data_distribution_type= "ShardedByS3Key" | "FullyReplicated"
  ) 
 ], 
 outputs=[ 
        ProcessingOutput( 
            source='/opt/ml/processing/output_data/', 
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            destination=s3_output_prefix_url
        ) 
    ]
)

• Sustituya preprocessing.py por el nombre de su propio script de procesamiento de datos de 
Python.

• Un trabajo de procesamiento admite dos métodos para formatear los datos de entrada. Puede 
crear un archivo de manifiesto que apunte a todos los datos de entrada para su trabajo de 
procesamiento o puede usar un prefijo común en cada entrada de datos individual. Si ha creado 
un archivo de manifiesto, establezca un s3_manifest_uri igual a "ManifestFile". Si usó 
un conjunto de prefijos de archivo s3_manifest_uri igual a "S3Prefix". Para especificar la 
ruta de acceso a sus datos, utilice source.

• Puede distribuir los datos del trabajo de procesamiento de dos maneras:

• Distribuya sus datos a todas las instancias de procesamiento estableciendo un valor
s3_data_distribution_type igual a FullyReplicated.

• Distribuya sus datos en fragmentos en particiones en función de la clave de Amazon S3 
estableciendo un valor de s3_data_distribution_type igual a ShardedByS3Key. 
Cuando se utiliza ShardedByS3Key, se envía una partición de datos a cada instancia de 
procesamiento.

Puede usar un script para procesar datos geoespaciales. SageMaker Ese script se encuentra 
en el Paso 3: Escritura de un script que pueda calcular el NDVI. Para obtener más información 
sobre el funcionamiento de la .run() API, consulte runel SDK para procesamiento de Amazon 
SageMaker Python.

Para supervisar el progreso de su trabajo de procesamiento, la clase ProcessingJobs
admite un método describe. Este método devuelve una respuesta de la llamada a la API
DescribeProcessingJob. Para obtener más información, consulta DescribeProcessingJobla
referencia de la SageMaker API de Amazon.

En el siguiente tema, se muestra cómo crear una instancia de la ScriptProcessor clase utilizando 
el contenedor SageMaker geoespacial y, a continuación, cómo usarla para calcular el índice 
diferencial normalizado de vegetación (NDVI) con imágenes. Sentinel-2
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Se utiliza ScriptProcessor para calcular el índice diferencial de vegetación 
normalizado (NDVI) utilizando datos de satélite Sentinel-2

Los siguientes ejemplos de código muestran cómo calcular el índice de vegetación diferencial 
normalizado de un área geográfica específica mediante la imagen geoespacial diseñada 
específicamente en un bloc de notas de Studio Classic y cómo ejecutar una carga de trabajo a 
gran escala con Amazon SageMaker Processing mediante ScriptProcessorel SDK de Python. 
SageMaker

Esta demostración también usa una instancia de bloc de notas Amazon SageMaker Studio Classic 
que usa el kernel geoespacial y el tipo de instancia. Para obtener información sobre cómo crear una 
instancia de bloc de notas geoespacial de Studio Classic, consulte. Cree un bloc de notas Amazon 
SageMaker Studio Classic con la imagen geoespacial

Puede seguir esta demostración en su propia instancia de cuaderno copiando y pegando los 
siguientes fragmentos de código:

1. Se utiliza search_raster_data_collection para consultar un área de interés (AOI) 
específica en un intervalo de tiempo determinado mediante una recopilación de datos ráster 
específica,. Sentinel-2

2. Cree un archivo de manifiesto que especifique qué datos se procesarán durante el trabajo de 
procesamiento.

3. Escriba un script Python de procesamiento de datos para calcular el NDVI.

4. Crea una ScriptProcessor instancia e inicia el trabajo de Amazon SageMaker Processing.

5. Visualización de los resultados de su trabajo de procesamiento.

Consulta de la recopilación de datos ráster de Sentinel-2 mediante
SearchRasterDataCollection

Con search_raster_data_collection puede consultar las colecciones de datos 
ráster compatibles. En este ejemplo, se utilizan datos extraídos de Sentinel-2 satélites. El 
área de interés especificada (AreaOfInterest) es una zona rural del norte de Iowa y el 
intervalo de tiempo (TimeRangeFilter) va del 1 de enero de 2022 al 30 de diciembre de 
2022. Para ver las recopilaciones de datos ráster disponibles en su Región de AWS, use
list_raster_data_collections. Para ver un ejemplo de código con esta API, consulta
ListRasterDataCollectionsla Guía para SageMaker desarrolladores de Amazon.
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En los siguientes ejemplos de código, utiliza el ARN asociado a la recopilación de datos Sentinel-2 
ráster,. arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-
collection/public/nmqj48dcu3g7ayw8

Una solicitud a la API search_raster_data_collection requiere dos parámetros:

• Debe especificar un parámetro Arn que corresponda a la recopilación de datos ráster que desea 
consultar.

• También debe especificar un parámetro RasterDataCollectionQuery, que incluye un 
diccionario Python.

El siguiente ejemplo de código contiene los pares clave-valor necesarios para el parámetro
RasterDataCollectionQuery guardado en la variable search_rdc_query.

search_rdc_query = { 
    "AreaOfInterest": { 
        "AreaOfInterestGeometry": { 
            "PolygonGeometry": { 
                "Coordinates": [[ 
                    [ 
              -94.50938680498298, 
              43.22487436936203 
            ], 
            [ 
              -94.50938680498298, 
              42.843474642037194 
            ], 
            [ 
              -93.86520004156142, 
              42.843474642037194 
            ], 
            [ 
              -93.86520004156142, 
              43.22487436936203 
            ], 
            [ 
              -94.50938680498298, 
              43.22487436936203 
            ] 
               ]] 
            } 
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        } 
    }, 
    "TimeRangeFilter": {"StartTime": "2022-01-01T00:00:00Z", "EndTime": 
 "2022-12-30T23:59:59Z"}
}

Para realizar la search_raster_data_collection solicitud, debe especificar el ARN 
de la recopilación de datos Sentinel-2 ráster:. arn:aws:sagemaker-geospatial:us-
west-2:378778860802:raster-data-collection/public/nmqj48dcu3g7ayw8 También 
debe pasar el diccionario de Python que se definió anteriormente, que especifica los parámetros de 
consulta.

## Creates a SageMaker Geospatial client instance  
sm_geo_client= session.create_client(service_name="sagemaker-geospatial")

search_rdc_response1 = sm_geo_client.search_raster_data_collection( 
    Arn='arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8', 
    RasterDataCollectionQuery=search_rdc_query
)

Los resultados de esta API no se pueden paginar. Para recopilar todas las imágenes de satélite 
devueltas por la operación search_raster_data_collection, puede implementar un bucle de 
tipo while. Esto comprueba si existe un NextToken en la respuesta de la API:

## Holds the list of API responses from search_raster_data_collection
items_list = []
while search_rdc_response1.get('NextToken') and search_rdc_response1['NextToken'] != 
 None: 
    items_list.extend(search_rdc_response1['Items']) 
     
    search_rdc_response1 = sm_geo_client.search_raster_data_collection( 
     Arn='arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8', 
        RasterDataCollectionQuery=search_rdc_query,  
        NextToken=search_rdc_response1['NextToken'] 
    )

La respuesta de la API devuelve una lista de direcciones URL incluidas en la clave Assets
correspondiente a bandas de imágenes específicas. A continuación presentamos una versión 
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truncada de la respuesta de la API. Hemos quitado algunas de las bandas de la imagen para ofrecer 
una mayor claridad.

{ 
 'Assets': { 
        'aot': { 
            'Href': 'https://sentinel-cogs.s3.us-west-2.amazonaws.com/sentinel-s2-l2a-
cogs/15/T/UH/2022/12/S2A_15TUH_20221230_0_L2A/AOT.tif' 
        }, 
        'blue': { 
            'Href': 'https://sentinel-cogs.s3.us-west-2.amazonaws.com/sentinel-s2-l2a-
cogs/15/T/UH/2022/12/S2A_15TUH_20221230_0_L2A/B02.tif' 
        }, 
        'swir22-jp2': { 
            'Href': 's3://sentinel-s2-l2a/tiles/15/T/UH/2022/12/30/0/B12.jp2' 
        }, 
        'visual-jp2': { 
            'Href': 's3://sentinel-s2-l2a/tiles/15/T/UH/2022/12/30/0/TCI.jp2' 
        }, 
        'wvp-jp2': { 
            'Href': 's3://sentinel-s2-l2a/tiles/15/T/UH/2022/12/30/0/WVP.jp2' 
        } 
    }, 
    'DateTime': datetime.datetime(2022, 12, 30, 17, 21, 52, 469000, tzinfo = 
 tzlocal()), 
    'Geometry': { 
        'Coordinates': [ 
            [ 
                [-95.46676936182894, 43.32623760511659], 
                [-94.11293433656887, 43.347431265475954], 
                [-94.09532154452742, 42.35884880571144], 
                [-95.42776890002203, 42.3383710796791], 
                [-95.46676936182894, 43.32623760511659] 
            ] 
        ], 
        'Type': 'Polygon' 
    }, 
    'Id': 'S2A_15TUH_20221230_0_L2A', 
    'Properties': { 
        'EoCloudCover': 62.384969, 
        'Platform': 'sentinel-2a' 
    }
}
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En la siguiente sección, creará un archivo de manifiesto con la clave 'Id' de la respuesta de la API.

Creación de un archivo de manifiesto de entrada con la clave Id de la respuesta de la API
search_raster_data_collection

Al ejecutar un trabajo de procesamiento, debe especificar una entrada de datos de Amazon S3. 
El tipo de datos de entrada puede ser un archivo de manifiesto, que luego apunta a los archivos 
de datos individuales. También puede agregar un prefijo a cada archivo que desee procesar. El 
siguiente ejemplo de código define la carpeta en la que se generarán los archivos de manifiesto.

Usa el SDK for Python (Boto3) para obtener el bucket predeterminado y el ARN del rol de ejecución 
que está asociado a tu instancia de notebook Studio Classic:

sm_session = sagemaker.session.Session()
s3 = boto3.resource('s3')
# Gets the default excution role associated with the notebook
execution_role_arn = sagemaker.get_execution_role()  

# Gets the default bucket associated with the notebook
s3_bucket = sm_session.default_bucket()  

# Can be replaced with any name
s3_folder = "script-processor-input-manifest"

A continuación, creará un archivo de manifiesto. Contendrá las direcciones URL de las imágenes de 
satélite que desee procesar cuando ejecute el trabajo de procesamiento más adelante en el paso 4.

# Format of a manifest file
manifest_prefix = {}
manifest_prefix['prefix'] = 's3://' + s3_bucket + '/' + s3_folder + '/'
manifest = [manifest_prefix]

print(manifest)

El siguiente ejemplo de código devuelve el URI de S3 en el que se crearán los archivos de 
manifiesto.

[{'prefix': 's3://sagemaker-us-west-2-111122223333/script-processor-input-manifest/'}]

No se necesitan todos los elementos de respuesta de la respuesta search_raster_data_collection 
para ejecutar el trabajo de procesamiento.
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El siguiente fragmento de código elimina los elementos innecesarios 'Properties', 'Geometry'
y 'DateTime'. El par clave-valor 'Id', 'Id': 'S2A_15TUH_20221230_0_L2A', contiene el 
año y el mes. El siguiente ejemplo de código analiza esos datos para crear nuevas claves en el 
diccionario de Python dict_month_items. Los valores son los activos que se devuelven desde la 
consulta SearchRasterDataCollection.

# For each response get the month and year, and then remove the metadata not related to 
 the satelite images.
dict_month_items = {}
for item in items_list: 
    # Example ID being split: 'S2A_15TUH_20221230_0_L2A'  
    yyyymm = item['Id'].split("_")[2][:6] 
    if yyyymm not in dict_month_items: 
        dict_month_items[yyyymm] = [] 
     
    # Removes uneeded metadata elements for this demo  
    item.pop('Properties', None) 
    item.pop('Geometry', None) 
    item.pop('DateTime', None) 

    # Appends the response from search_raster_data_collection to newly created key 
 above 
    dict_month_items[yyyymm].append(item)

En este ejemplo de código, carga el dict_month_items en Amazon S3 como un objeto JSON 
mediante la operación de la API .upload_file():

## key_ is the yyyymm timestamp formatted above
## value_ is the reference to all the satellite images collected via our searchRDC 
 query  
for key_, value_ in dict_month_items.items(): 
    filename = f'manifest_{key_}.json' 
    with open(filename, 'w') as fp: 
        json.dump(value_, fp) 
    s3.meta.client.upload_file(filename, s3_bucket, s3_folder + '/' + filename) 
    manifest.append(filename) 
    os.remove(filename)

En este ejemplo de código se carga un archivo manifest.json principal que apunta a todos 
los demás manifiestos subidos a Amazon S3. También guarda la ruta a una variable local:
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s3_manifest_uri. Volverá a utilizar esa variable para especificar la fuente de los datos de entrada 
cuando ejecute el trabajo de procesamiento en el paso 4.

with open('manifest.json', 'w') as fp: 
    json.dump(manifest, fp)
s3.meta.client.upload_file('manifest.json', s3_bucket, s3_folder + '/' + 
 'manifest.json')
os.remove('manifest.json')

s3_manifest_uri = f's3://{s3_bucket}/{s3_folder}/manifest.json'

Ahora que ha creado los archivos de manifiesto de entrada y los ha cargado, puede escribir un script 
que procese los datos en el trabajo de procesamiento. Procesa los datos de las imágenes de satélite, 
calcula el NDVI y, a continuación, devuelve los resultados a una ubicación diferente de Amazon S3.

Escritura de un script que calcule el NDVI

Amazon SageMaker Studio Classic admite el uso del comando %%writefile cell magic. 
Tras ejecutar una celda con este comando, su contenido se guardará en el directorio local de 
Studio Classic. Se trata de un código específico para calcular el NDVI. Sin embargo, lo que 
explicamos a continuación puede resultar útil a la hora de escribir su propio script para un trabajo de 
procesamiento:

• En el contenedor de tareas de procesamiento, las rutas locales dentro del contenedor deben 
empezar por /opt/ml/processing/. En este ejemplo, input_data_path = '/opt/ml/
processing/input_data/'  y processed_data_path = '/opt/ml/processing/
output_data/' se especifican de esa manera.

• Con Amazon SageMaker Processing, un script que ejecute un trabajo de procesamiento puede 
cargar los datos procesados directamente en Amazon S3. Para ello, asegúrese de que la función 
de ejecución asociada a la instancia ScriptProcessor cumpla los requisitos necesarios para 
acceder al bucket de S3. También puede especificar un parámetro de salida al ejecutar el trabajo 
de procesamiento. Para obtener más información, consulte el funcionamiento de la .run()
API en el SDK de Amazon SageMaker Python. En este ejemplo de código, los resultados del 
procesamiento de datos se cargan directamente en Amazon S3.

• Para administrar el tamaño del contenedor de Amazon EBS asociado a sus trabajos de 
procesamiento, utilice el parámetro volume_size_in_gb. El tamaño predeterminado de los 
contenedores es de 30 GB. Si lo desea, también puede utilizar la biblioteca de Python Garbage 
Collector para gestionar el almacenamiento en su contenedor de Amazon EBS.

Trabajo de procesamiento geoespacial 1181

https://sagemaker.readthedocs.io/en/stable/api/training/processing.html#sagemaker.processing.ScriptProcessor.run
https://sagemaker.readthedocs.io/en/stable/api/training/processing.html#sagemaker.processing.ScriptProcessor.run
https://docs.python.org/3/library/gc.html
https://docs.python.org/3/library/gc.html


Amazon SageMaker Guía para desarrolladores

El siguiente ejemplo de código carga las matrices en el contenedor de tareas de procesamiento. 
Cuando las matrices se acumulan y llenan la memoria, el trabajo de procesamiento se bloquea. 
Para evitar este bloqueo, el siguiente ejemplo contiene comandos que eliminan las matrices del 
contenedor del trabajo de procesamiento.

%%writefile compute_ndvi.py

import os
import pickle
import sys
import subprocess
import json
import rioxarray

if __name__ == "__main__": 
    print("Starting processing") 
     
    input_data_path = '/opt/ml/processing/input_data/' 
    input_files = [] 
     
    for current_path, sub_dirs, files in os.walk(input_data_path): 
        for file in files: 
            if file.endswith(".json"): 
                input_files.append(os.path.join(current_path, file)) 
     
    print("Received {} input_files: {}".format(len(input_files), input_files)) 

    items = [] 
    for input_file in input_files: 
        full_file_path = os.path.join(input_data_path, input_file) 
        print(full_file_path) 
        with open(full_file_path, 'r') as f: 
            items.append(json.load(f)) 
             
    items = [item for sub_items in items for item in sub_items] 

    for item in items: 
        red_uri = item["Assets"]["red"]["Href"] 
        nir_uri = item["Assets"]["nir"]["Href"] 

        red = rioxarray.open_rasterio(red_uri, masked=True) 
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        nir = rioxarray.open_rasterio(nir_uri, masked=True) 

        ndvi = (nir - red)/ (nir + red) 
         
        file_name = 'ndvi_' + item["Id"] + '.tif' 
        output_path = '/opt/ml/processing/output_data' 
        output_file_path = f"{output_path}/{file_name}" 
         
        ndvi.rio.to_raster(output_file_path) 
        print("Written output:", output_file_path)

Ahora tiene un script que puede calcular el NDVI. A continuación, puede crear una instancia del 
trabajo de procesamiento ScriptProcessor y ejecutarlo.

Creación de una instancia de la clase ScriptProcessor

Esta demostración usa la ScriptProcessorclase que está disponible a través del SDK de Amazon 
SageMaker Python. En primer lugar, debe crear una instancia de la clase y, a continuación, puede 
iniciar el trabajo de procesamiento mediante el método .run().

from sagemaker.processing import ScriptProcessor, ProcessingInput, ProcessingOutput

image_uri = '081189585635.dkr.ecr.us-west-2.amazonaws.com/sagemaker-geospatial-
v1-0:latest'

processor = ScriptProcessor( 
 command=['python3'], 
 image_uri=image_uri, 
 role=execution_role_arn, 
 instance_count=4, 
 instance_type='ml.m5.4xlarge', 
 sagemaker_session=sm_session
)

print('Starting processing job.')

Al iniciar el trabajo de procesamiento, debe especificar un objeto ProcessingInput. En ese objeto, 
puede especificar lo siguiente:

• La ruta al archivo de manifiesto que creó en el paso 2, s3_manifest_uri. Este es el origen de 
los datos de entrada al contenedor.
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• La ruta en la que desea que se guarden los datos de entrada en el contenedor. Debe coincidir con 
la ruta que especificó en el script.

• Use el parámetro s3_data_type para especificar la entrada como "ManifestFile".

s3_output_prefix_url = f"s3://{s3_bucket}/{s3_folder}/output"

processor.run( 
    code='compute_ndvi.py', 
    inputs=[ 
        ProcessingInput( 
            source=s3_manifest_uri, 
            destination='/opt/ml/processing/input_data/', 
            s3_data_type="ManifestFile", 
            s3_data_distribution_type="ShardedByS3Key" 
        ), 
    ], 
    outputs=[ 
        ProcessingOutput( 
            source='/opt/ml/processing/output_data/', 
            destination=s3_output_prefix_url, 
            s3_upload_mode="Continuous" 
        ) 
    ]
)

El siguiente ejemplo de código utiliza el método .describe() para obtener detalles de su trabajo 
de procesamiento.

preprocessing_job_descriptor = processor.jobs[-1].describe()
s3_output_uri = preprocessing_job_descriptor["ProcessingOutputConfig"]["Outputs"][0]
["S3Output"]["S3Uri"]
print(s3_output_uri)

Visualización de los resultados mediante matplotlib

Con la biblioteca de Python Matplotlib, puede trazar datos ráster. Antes de graficar los datos, debe 
calcular el NDVI utilizando imágenes de muestra de los Sentinel-2 satélites. El siguiente ejemplo 
de código abre las matrices de imágenes mediante la operación .open_rasterio() API y, a 
continuación, calcula el NDVI mediante las bandas de red imagen nir y de los datos del Sentinel-2 
satélite.
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# Opens the python arrays  
import rioxarray

red_uri = items[25]["Assets"]["red"]["Href"]
nir_uri = items[25]["Assets"]["nir"]["Href"]

red = rioxarray.open_rasterio(red_uri, masked=True)
nir = rioxarray.open_rasterio(nir_uri, masked=True)

# Calculates the NDVI
ndvi = (nir - red)/ (nir + red)

# Common plotting library in Python  
import matplotlib.pyplot as plt

f, ax = plt.subplots(figsize=(18, 18))
ndvi.plot(cmap='viridis', ax=ax)
ax.set_title("NDVI for {}".format(items[25]["Id"]))
ax.set_axis_off()
plt.show()

El resultado del ejemplo de código anterior es una imagen de satélite con los valores del NDVI 
superpuestos. Un valor de NDVI cercano a 1 indica que hay mucha vegetación y los valores 
cercanos a 0 indican que no hay vegetación.
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Esto completa la demostración de uso de ScriptProcessor.
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Trabajos de observación de la Tierra

Con un trabajo de observación de la Tierra (EOJ), puede adquirir, transformar y visualizar datos 
geoespaciales para hacer predicciones. Puede elegir una operación en función de su caso de uso 
entre una amplia gama de operaciones y modelos. Tiene la flexibilidad de elegir su área de interés, 
seleccionar los proveedores de datos y configurar filtros y basados en rangos de tiempo. cloud-cover-
percentage-based Una vez que haya SageMaker creado un EOJ para usted, podrá visualizar las 
entradas y salidas del trabajo mediante la funcionalidad de visualización. Un EOJ tiene varios casos 
de uso que incluyen la comparación de la deforestación a lo largo del tiempo y el diagnóstico de 
la salud de las plantas. Puede crear un EOJ utilizando un SageMaker cuaderno con una imagen 
SageMaker geoespacial. También puede acceder a la interfaz de usuario SageMaker geoespacial 
como parte de la interfaz de usuario clásica de Amazon SageMaker Studio para ver la lista de todos 
sus trabajos. También puede usar la interfaz de usuario para pausar o detener un trabajo en curso. 
Puede elegir un trabajo de la lista de EOJ disponibles para ver el Resumen del trabajo, los Detalles 
del trabajo y visualizar el Resultado del trabajo.

Temas

• Cree un trabajo de observación de la Tierra con un bloc de notas clásico de Amazon SageMaker 
Studio con una SageMaker imagen geoespacial

• Tipos de operaciones

Cree un trabajo de observación de la Tierra con un bloc de notas clásico de Amazon 
SageMaker Studio con una SageMaker imagen geoespacial

Para usar un cuaderno SageMaker Studio Classic con una imagen SageMaker geoespacial:

1. En el Lanzador, seleccione Cambiar entorno en Cuadernos y recursos de computación.

2. A continuación, se abrirá el cuadro de diálogo Cambiar entorno.

3. Seleccione el menú desplegable Imagen y elija Geospatial 1.0. El Tipo de instancia debe ser
ml.geospatial.interactive. No cambie los valores predeterminados de las demás opciones.

4. Elija Seleccionar.

5. Elija Crear cuaderno.

Puede iniciar un EOJ con un bloc de notas Amazon SageMaker Studio Classic con una imagen 
SageMaker geoespacial mediante el código que se proporciona a continuación.

Trabajos de observación de la Tierra 1187



Amazon SageMaker Guía para desarrolladores

import boto3
import sagemaker
import sagemaker_geospatial_map

session = boto3.Session()
execution_role = sagemaker.get_execution_role()
sg_client = session.client(service_name="sagemaker-geospatial")

En el siguiente ejemplo se muestra cómo crear un EOJ en la región Oeste de EE. UU. (Oregón).

#Query and Access Data
search_rdc_args = { 
    "Arn": "arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8",  # sentinel-2 L2A COG 
    "RasterDataCollectionQuery": { 
        "AreaOfInterest": { 
            "AreaOfInterestGeometry": { 
                "PolygonGeometry": { 
                    "Coordinates": [ 
                        [ 
                            [-114.529, 36.142], 
                            [-114.373, 36.142], 
                            [-114.373, 36.411], 
                            [-114.529, 36.411], 
                            [-114.529, 36.142], 
                        ] 
                    ] 
                } 
            } 
        }, 
        "TimeRangeFilter": { 
            "StartTime": "2021-01-01T00:00:00Z", 
            "EndTime": "2022-07-10T23:59:59Z", 
        }, 
        "PropertyFilters": { 
            "Properties": [{"Property": {"EoCloudCover": {"LowerBound": 0, 
 "UpperBound": 1}}}], 
            "LogicalOperator": "AND", 
        }, 
        "BandFilter": ["visual"], 
    },
}
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tci_urls = []
data_manifests = []
while search_rdc_args.get("NextToken", True): 
    search_result = sg_client.search_raster_data_collection(**search_rdc_args) 
    if search_result.get("NextToken"): 
        data_manifests.append(search_result) 
    for item in search_result["Items"]: 
        tci_url = item["Assets"]["visual"]["Href"] 
        print(tci_url) 
        tci_urls.append(tci_url) 

    search_rdc_args["NextToken"] = search_result.get("NextToken") 
         
# Perform land cover segmentation on images returned from the sentinel dataset.
eoj_input_config = { 
    "RasterDataCollectionQuery": { 
        "RasterDataCollectionArn": "arn:aws:sagemaker-geospatial:us-
west-2:378778860802:raster-data-collection/public/nmqj48dcu3g7ayw8", 
        "AreaOfInterest": { 
            "AreaOfInterestGeometry": { 
                "PolygonGeometry": { 
                    "Coordinates": [ 
                        [ 
                            [-114.529, 36.142], 
                            [-114.373, 36.142], 
                            [-114.373, 36.411], 
                            [-114.529, 36.411], 
                            [-114.529, 36.142], 
                        ] 
                    ] 
                } 
            } 
        }, 
        "TimeRangeFilter": { 
            "StartTime": "2021-01-01T00:00:00Z", 
            "EndTime": "2022-07-10T23:59:59Z", 
        }, 
        "PropertyFilters": { 
            "Properties": [{"Property": {"EoCloudCover": {"LowerBound": 0, 
 "UpperBound": 1}}}], 
            "LogicalOperator": "AND", 
        }, 
    }
}
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eoj_config = {"LandCoverSegmentationConfig": {}}

response = sg_client.start_earth_observation_job( 
    Name="lake-mead-landcover", 
    InputConfig=eoj_input_config, 
    JobConfig=eoj_config, 
    ExecutionRoleArn=execution_role,
)

Una vez creado el EOJ, se le devolverá el Arn. El Arn se utiliza para identificar un 
trabajo y realizar más operaciones. Para obtener el estado de un trabajo, puede ejecutar
sg_client.get_earth_observation_job(Arn = response['Arn']).

En el siguiente ejemplo se muestra cómo consultar el estado de un EOJ hasta que se complete.

eoj_arn = response["Arn"]
job_details = sg_client.get_earth_observation_job(Arn=eoj_arn)
{k: v for k, v in job_details.items() if k in ["Arn", "Status", "DurationInSeconds"]}
# List all jobs in the account
sg_client.list_earth_observation_jobs()["EarthObservationJobSummaries"]

Una vez finalizado el EOJ, puede visualizar los resultados del EOJ directamente en el portátil. En el 
siguiente ejemplo se muestra cómo se puede renderizar un mapa interactivo.

map = sagemaker_geospatial_map.create_map({
'is_raster': True
})
map.set_sagemaker_geospatial_client(sg_client)
# render the map
map.render()

El siguiente ejemplo muestra cómo se puede centrar el mapa en un área de interés y cómo la 
entrada y la salida del EOJ se pueden representar como capas independientes dentro del mapa.

# visualize the area of interest
config = {"label": "Lake Mead AOI"}
aoi_layer = map.visualize_eoj_aoi(Arn=eoj_arn, config=config)

# Visualize input.
time_range_filter = { 
    "start_date": "2022-07-01T00:00:00Z", 
    "end_date": "2022-07-10T23:59:59Z",
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}
config = {"label": "Input"}

input_layer = map.visualize_eoj_input( 
    Arn=eoj_arn, config=config, time_range_filter=time_range_filter
)
# Visualize output, EOJ needs to be in completed status.
time_range_filter = { 
    "start_date": "2022-07-01T00:00:00Z", 
    "end_date": "2022-07-10T23:59:59Z",
}
config = {"preset": "singleBand", "band_name": "mask"}
output_layer = map.visualize_eoj_output( 
    Arn=eoj_arn, config=config, time_range_filter=time_range_filter
)

Puede utilizar la función export_earth_observation_job para exportar los resultados de EOJ a 
su bucket de Amazon S3. La función de exportación facilita el intercambio de los resultados entre los 
equipos. SageMaker también simplifica la gestión de los conjuntos de datos. Simplemente podemos 
compartir los resultados del EOJ mediante el ARN del trabajo, en lugar de rastrear miles de archivos 
en el bucket de S3. Cada EOJ se convierte en un activo del catálogo de datos, ya que los resultados 
se pueden agrupar por el ARN del trabajo. El siguiente ejemplo muestra cómo se pueden exportar 
los resultados de un EOJ.

sagemaker_session = sagemaker.Session()
s3_bucket_name = sagemaker_session.default_bucket()  # Replace with your own bucket if 
 needed
s3_bucket = session.resource("s3").Bucket(s3_bucket_name)
prefix = "eoj_lakemead"  # Replace with the S3 prefix desired
export_bucket_and_key = f"s3://{s3_bucket_name}/{prefix}/"

eoj_output_config = {"S3Data": {"S3Uri": export_bucket_and_key}}
export_response = sg_client.export_earth_observation_job( 
    Arn=eoj_arn, 
    ExecutionRoleArn=execution_role, 
    OutputConfig=eoj_output_config, 
    ExportSourceImages=False,
)

Puede monitorear el estado de su trabajo de exportación mediante el siguiente fragmento de código.

# Monitor the export job status

Trabajos de observación de la Tierra 1191



Amazon SageMaker Guía para desarrolladores

export_job_details = sg_client.get_earth_observation_job(Arn=export_response["Arn"])
{k: v for k, v in export_job_details.items() if k in ["Arn", "Status", 
 "DurationInSeconds"]}

No se le cobrarán las tarifas de almacenamiento después de eliminar el EOJ.

Para ver un ejemplo que muestra cómo ejecutar un EOJ, consulte esta entrada de blog.

Para ver más ejemplos de cuadernos sobre capacidades SageMaker geoespaciales, consulte este 
repositorio. GitHub

Tipos de operaciones

Al crear un EOJ, selecciona una operación en función del caso de uso. Las capacidades 
SageMaker geoespaciales de Amazon proporcionan una combinación de operaciones diseñadas 
específicamente y modelos previamente entrenados. Puede utilizar estas operaciones para 
comprender el impacto de los cambios ambientales y las actividades humanas a lo largo del tiempo o 
para identificar píxeles en la nube y sin nubes.

Enmascaramiento de nubes

Identificar las nubes en las imágenes de satélite es un paso previo al procesamiento esencial para 
producir datos geoespaciales de alta calidad. Ignorar los píxeles de las nubes puede provocar 
errores en el análisis, y la sobredetección de los píxeles de las nubes puede reducir el número de 
observaciones válidas. El enmascaramiento de nubes permite identificar los píxeles con nubes y sin 
nubes en las imágenes de satélite. Un enmascaramiento de nube preciso ayuda a obtener imágenes 
de satélite para su procesamiento y mejora la generación de datos. A continuación presentamos un 
mapa de clases para el enmascaramiento de nubes.

{
0: "No_cloud",
1: "cloud"
}

Eliminación de nubes

La eliminación de nubes en los datos de Sentinel-2 utiliza un modelo de segmentación semántica 
basado en machine learning para identificar las nubes en la imagen. Los píxeles nublados se pueden 
reemplazar por píxeles de otras marcas de tiempo. USGS Landsatlos datos contienen metadatos de 
Landsat que se utilizan para eliminar las nubes.
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Estadísticas temporales

Las estadísticas temporales calculan las estadísticas de los datos geoespaciales a lo largo del 
tiempo. Las estadísticas temporales que se admiten actualmente incluyen la media, la mediana y la 
desviación estándar. Puede calcular estas estadísticas utilizando GROUPBY y configurándolas en all
o yearly. También puede mencionar las TargetBands.

Estadísticas zonales

Las estadísticas zonales realizan operaciones estadísticas en un área específica de la imagen.

Remuestreo

El remuestreo se utiliza para aumentar y reducir la resolución de una imagen geoespacial. El atributo
value del remuestreo representa la longitud de un lado del píxel.

Geomosaico

El geomosaico permite unir imágenes más pequeñas en una imagen grande.

Apilamiento de bandas

El apilamiento de bandas toma más de una banda de imagen como entrada y las apila en un solo 
GeoTIFF. El atributo OutputResolution determina la resolución de la imagen de salida. En 
función de las resoluciones de las imágenes de entrada, puede configurarlo en lowest, highest o
average.

Matemáticas de banda

Las matemáticas de banda, también conocidas como índice espectral, es un proceso que consiste 
en transformar las observaciones de múltiples bandas espectrales en una sola banda, lo que indica 
la abundancia relativa de características de interés. Por ejemplo, el índice diferencial normalizado de 
vegetación (NDVI) y el índice de vegetación mejorado (EVI) son útiles para observar la presencia de 
elementos vegetales verdes.

Segmentación de la cubierta terrestre

La segmentación de la cubierta terrestre es un modelo de segmentación semántica que tiene la 
capacidad de identificar el material físico, como la vegetación, el agua y el suelo desnudo, en la 
superficie terrestre. Disponer de una forma precisa de trazar un mapa de los patrones de cobertura 
terrestre le ayuda a comprender el impacto del cambio ambiental y de las actividades humanas a lo 
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largo del tiempo. La segmentación de la cubierta terrestre se utiliza a menudo para la planificación 
regional, la respuesta a los desastres, la gestión ecológica y la evaluación del impacto ambiental. 
Este es el mapa de clases de la segmentación de la cubierta terrestre.

{
0: "No_data",
1: "Saturated_or_defective",
2: "Dark_area_pixels",
3: "Cloud_shadows",
4: "Vegetation",
5: "Not_vegetated",
6: "Water",
7: "Unclassified",
8: "Cloud_medium_probability",
9: "Cloud_high_probability",
10: "Thin_cirrus",
11: "Snow_ice"
}

Disponibilidad de las operaciones de EOJ

La disponibilidad de las operaciones depende de si utiliza la interfaz de usuario SageMaker 
geoespacial o las libretas clásicas de Amazon SageMaker Studio con una imagen SageMaker 
geoespacial. Actualmente, los cuadernos son compatibles con todas las funcionalidades. En 
resumen, las siguientes operaciones geoespaciales son compatibles con: SageMaker

Operaciones Descripción Disponibilidad

Enmascaramiento de nubes Identifique píxeles con y sin 
nubes para obtener imágenes 
de satélite mejoradas y 
precisas.

Interfaz de usuario, Cuaderno

Eliminación de nubes Elimine los píxeles que 
contengan partes de una nube 
en las imágenes de satélite.

Cuaderno

Estadísticas temporales Calcule las estadísticas en 
el tiempo para un GeoTIFF 
determinado.

Cuaderno
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Operaciones Descripción Disponibilidad

Estadísticas zonales Calcule las estadísticas de 
las regiones definidas por el 
usuario.

Cuaderno

Remuestreo Escale las imágenes a 
diferentes resoluciones.

Cuaderno

Geomosaico Combine varias imágenes 
para obtener una mayor 
fidelidad.

Cuaderno

Apilamiento de bandas Combine varias bandas 
espectrales para crear una 
sola imagen.

Cuaderno

Matemáticas de bandas e 
índice espectral

Obtenga una combinación 
de bandas espectrales que 
indique la abundancia de 
características de interés.

Interfaz de usuario, Cuaderno

Segmentación de la cubierta 
terrestre

Identifique los tipos de 
cobertura terrestre, como la 
vegetación y el agua, en las 
imágenes de satélite.

Interfaz de usuario, Cuaderno

Trabajos de enriquecimiento vectorial

Un trabajo de enriquecimiento vectorial (VEJ) realiza operaciones con los datos vectoriales. 
Actualmente, puede utilizar un VEJ para realizar geocodificación inversa o coincidencia de mapas.

Geocodificación inversa

Con un VEJ de geocodificación inversa, puede convertir coordenadas geográficas (latitud, longitud) 
en direcciones legibles por humanos con la tecnología de Amazon Location Service. Al cargar un 
archivo CSV que contenga las coordenadas de longitud y latitud, devuelve el número de dirección, 
el país, la etiqueta, el municipio, el barrio, el código postal y la región de esa ubicación. El archivo de 
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salida consta de los datos de entrada junto con las columnas que contienen estos valores asociados 
al final. Estos trabajos están optimizados para aceptar decenas de miles de trazas GPS.

Coincidencia de mapas

La coincidencia de mapas le permite ajustar las coordenadas GPS a los segmentos de carretera. La 
entrada debe ser un archivo CSV que contenga el identificador de rastreo (ruta), la longitud, la latitud 
y los atributos de la marca temporal. Puede haber varias coordenadas GPS por ruta. La entrada 
también puede contener varias rutas. El resultado es un archivo GeoJSON que contiene los enlaces 
de la ruta prevista. También tiene los puntos de captura proporcionados en la entrada. Estos trabajos 
están optimizados para aceptar decenas de miles de trayectos en una solicitud. La coincidencia 
de mapas es compatible con. OpenStreetMap La coincidencia de mapas falla si los nombres del 
campo fuente de entrada no coinciden con los nombres que aparecen en MapMatchingConfig. El 
mensaje de error que recibe contiene los nombres de campo presentes en el archivo de entrada y el 
nombre de campo esperado que no se encuentra en la MapMatchingConfig.

El archivo CSV de entrada de un VEJ debe contener lo siguiente:

• Una fila de encabezado

• Latitud y longitud en columnas separadas

• Las columnas de ID y marca tempral pueden estar en formato numérico o de cadena. Todos los 
demás datos de las columnas deben estar únicamente en formato numérico

• No debe haber falta de coincidencia en las comillas

Para la columna de fecha y hora, las capacidades SageMaker geoespaciales admiten el tiempo 
de época en segundos y milisegundos (entero largo). Los formatos de cadena compatibles son los 
siguientes.

• "dd.MM.aaaa HH:mm:ss z"

• "aaaa-MM-dd'T'HH:mm:ss.SSS'Z'"

• "aaaa-MM-dd'T'HH:mm:ss"

• "aaaa-MM-dd hh:mm:ss a"

• "aaaa-MM-dd HH:mm:ss"

• "aaaaMMddHHmmss"
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Si bien necesita usar un bloc de notas Amazon SageMaker Studio Classic para ejecutar un VEJ, 
puede ver todos los trabajos que cree mediante la interfaz de usuario. Para utilizar la visualización 
del cuaderno, primero tiene que exportar la salida a su bucket de S3. Las acciones de VEJ que 
puede realizar son las siguientes.

• StartVectorEnrichmentJob

• GetVectorEnrichmentJob

• ListVectorEnrichmentJobs

• StopVectorEnrichmentJob

• DeleteVectorEnrichmentJob

Visualización mediante capacidades SageMaker geoespaciales

Con las funcionalidades de visualización que ofrece Amazon SageMaker Geospatial, puede 
visualizar los datos geoespaciales, las entradas de sus trabajos de EOJ o VEJ, así como las 
salidas exportadas desde su bucket de Amazon S3. La herramienta de visualización funciona con 
la tecnología de Foursquare Studio. La siguiente imagen muestra la herramienta de visualización 
compatible con las capacidades geoespaciales. SageMaker

Puede utilizar el panel de navegación izquierdo para añadir datos, capas, filtros y columnas. También 
puede modificar la forma en que interactúa con el mapa.
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Conjunto de datos

El origen de datos utilizado para la visualización se denomina Conjunto de datos. Para agregar datos 
para su visualización, elija Agregar datos en el panel de navegación izquierdo. Puede cargar los 
datos desde su bucket de Amazon S3 o desde su equipo local. Los formatos de datos admitidos son 
CSV, JSON y GeoJSON. Puede agregar varios conjuntos de datos al mapa. Después de cargar el 
conjunto de datos, podrá verlo cargado en la pantalla del mapa.

Capas

En el panel de capas, se crea una capa y se rellena automáticamente al agregar un conjunto de 
datos. Si el mapa consta de más de un conjunto de datos, puede seleccionar qué conjunto de 
datos pertenece a una capa. Puede crear nuevas capas y agruparlas. SageMaker SageMaker 
Las capacidades geoespaciales admiten varios tipos de capas, incluidos puntos, arcos, iconos y 
polígonos.

Puede elegir cualquier punto de datos de una capa para tener un Contorno. También puede 
personalizar aún más los puntos de datos. Por ejemplo, puede elegir el tipo de capa como Punto y, 
a continuación, Color de relleno en función de cualquier columna de su conjunto de datos. También 
puede cambiar el radio de los puntos.

La siguiente imagen muestra el panel de capas compatible con las capacidades SageMaker 
geoespaciales.
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Columnas

Puede ver las columnas presentes en su conjunto de datos mediante la pestaña Columnas del panel 
de navegación izquierdo.

Filtros

Puede usar filtros para limitar los puntos de datos que se muestran en el mapa.

Interacciones

En el panel Interacciones, puede personalizar la forma en que interactúa con el mapa. Por ejemplo, 
puede elegir qué métricas mostrar en la información emergente que aparece al pasar el ratón por 
encima de un punto de datos.

Mapa base

Actualmente, SageMaker solo es compatible con el mapa base de Amazon Dark.

Modos de mapa dividido
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Puede tener un Mapa único, Mapas dobles o Mapas deslizantes. Con Dual Maps, puedes comparar 
el mismo mapa side-by-side con diferentes capas. Use los Mapas deslizantes para superponer dos 
mapas uno sobre otro y compararlos mediante un separador deslizante. Puede elegir el modo de 
mapa dividido seleccionando el botón Modo dividido en la esquina superior derecha del mapa.

Leyendas para EOJ en la interfaz de usuario SageMaker geoespacial

La visualización del resultado de un EOJ depende de la operación que elija para crearlo. La leyenda 
se basa en la escala de colores predeterminada. Puede ver la leyenda pulsando el botón Mostrar 
leyenda en la esquina superior derecha del mapa.

Índice espectral

Al visualizar el resultado de un EOJ en el que se utilice la operación de índice espectral, puede 
mapear la categoría en función del color de la leyenda, como se muestra.

Enmascaramiento de nubes

Al visualizar el resultado de un EOJ en el que se utilice la operación de enmascaramiento de nubes, 
puede mapear la categoría en función del color de la leyenda, como se muestra.
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Segmentación de la cubierta terrestre

Al visualizar el resultado de un EOJ en el que se utilice la operación de segmentación de la cubierta 
terrestre, puede mapear la categoría en función del color de la leyenda, como se muestra.

SDK de mapas SageMaker geoespaciales de Amazon

Puede utilizar las capacidades SageMaker geoespaciales de Amazon para visualizar mapas dentro 
de la interfaz de usuario SageMaker geoespacial, así como SageMaker blocs de notas con una 
imagen geoespacial. Estas visualizaciones son compatibles con la biblioteca de visualización de 
mapas denominada Foursquare Studio

Puede usar las API que proporciona el SDK de mapas SageMaker geoespaciales para visualizar sus 
datos geoespaciales, incluidas la entrada, la salida y el AoI de EOJ.
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Temas

• API add_dataset

• API update_dataset

• API add_layer

• API update_layer

• API visualize_eoj_aoi

• API visualize_eoj_input

• API visualize_eoj_output

API add_dataset

Agrega un objeto de conjunto de datos de ráster o vectoriales al mapa.

Sintaxis de la solicitud

Request =  
    add_dataset( 
      self, 
      dataset: Union[Dataset, Dict, None] = None, 
      *, 
      auto_create_layers: bool = True, 
      center_map: bool = True, 
      **kwargs: Any, 
    ) -> Optional[Dataset]

Parámetros de solicitud

La solicitud acepta los siguientes parámetros.

Argumentos de posición

Argumento Tipo Descripción

dataset Union[Dataset, Dict, None] Datos utilizados para crear un 
conjunto de datos, en formato 
CSV, JSON o GeoJSON (para 
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Argumento Tipo Descripción

conjuntos de datos locales) o 
en una cadena de UUID.

Argumentos de palabras clave

Argumento Tipo Descripción

auto_create_layers Booleano Si se debe intentar crear 
nuevas capas al agregar un 
conjunto de datos. El valor 
predeterminado es False.

center_map Booleano Si se debe centrar el mapa en 
el conjunto de datos creado. 
El valor predeterminado es
True.

id Cadena Identificador único del 
conjunto de datos. Si no lo 
proporciona, se genera un ID 
aleatorio.

label Cadena Etiqueta del conjunto de datos 
que se muestra.

color Tuple[float, float, float] Etiqueta de color del conjunto 
de datos.

metadata Diccionario Objeto que contiene 
metadatos de conjuntos de 
mosaicos (para conjuntos de 
datos en mosaico).

Respuesta

Esta API devuelve el objeto de Conjunto de datos que se agregó al mapa.
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API update_dataset

Actualiza la configuración de un conjunto de datos existente.

Sintaxis de la solicitud

Request =  
    update_dataset( 
    self, 
    dataset_id: str, 
    values: Union[_DatasetUpdateProps, dict, None] = None, 
    **kwargs: Any,
) -> Dataset

Parámetros de solicitud

La solicitud acepta los siguientes parámetros.

Argumentos de posición

Argumento Tipo Descripción

dataset_id Cadena El identificador del conjunto de 
datos que se va a actualizar.

values Union [_DatasetUpdateProps, 
dict, None]

Los valores que se van a 
actualizar.

Argumentos de palabras clave

Argumento Tipo Descripción

label Cadena Etiqueta del conjunto de datos 
que se muestra.

color Color RGB Etiqueta de color del conjunto 
de datos.

Respuesta
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Esta API devuelve el objeto del conjunto de datos actualizado para mapas interactivos o None para 
entornos HTML no interactivos.

API add_layer

Agrega una nueva capa al mapa. Esta función requiere al menos una configuración de capa válida.

Sintaxis de la solicitud

Request =  
    add_layer( 
    self, 
    layer: Union[LayerCreationProps, dict, None] = None, 
    **kwargs: Any
) -> Layer

Parámetros de solicitud

La solicitud acepta los siguientes parámetros.

Argumentos

Argumento Tipo Descripción

layer Unión [LayerCreationProps, 
dictado, ninguno]

Conjunto de propiedades que 
se utilizan para crear una 
capa.

Respuesta

El objeto de capa que se agregó al mapa.

API update_layer

Actualizar una capa existente con los valores dados.

Sintaxis de la solicitud

Request =  
    update_layer( 

SDK de mapas SageMaker geoespaciales de Amazon 1205

https://location.foursquare.com/developer/docs/studio-map-sdk-types#layercreationprops


Amazon SageMaker Guía para desarrolladores

  self, 
  layer_id: str, 
  values: Union[LayerUpdateProps, dict, None], 
  **kwargs: Any
) -> Layer

Parámetros de solicitud

La solicitud acepta los siguientes parámetros.

Argumentos

Argumento de posición Tipo Descripción

layer_id Cadena El ID de la capa que se va a 
actualizar.

values Unión [LayerUpdateProps, 
dictado, ninguno]

Los valores que se van a 
actualizar.

Argumentos de palabras clave

Argumento Tipo Descripción

type LayerType Tipo de capa.

data_id Cadena Identificador único del 
conjunto de datos que 
visualiza esta capa.

fields Dict [string, Optional[string]] Diccionario que asigna los 
campos que la capa requiere 
para su visualización a los 
campos correspondientes del 
conjunto de datos.

label Cadena Etiqueta canónica de esta 
capa.
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Argumento Tipo Descripción

is_visible Booleano Si la capa es visible o no.

config LayerConfig Configuración de capas 
específica para su tipo.

Respuesta

Devuelve el objeto de capa actualizado.

API visualize_eoj_aoi

Visualización del AoI del ARN del trabajo dado.

Parámetros de solicitud

La solicitud acepta los siguientes parámetros.

Argumentos

Argumento Tipo Descripción

Arn Cadena El ARN del trabajo.

config Diccionario

config = { label: <string> 
etiqueta personalizada de la 
capa de AoI agregado, AoI 
predeterminado}

Una opción para pasar las 
propiedades de la capa.

Respuesta

Referencia del objeto de la capa de entrada agregado.

API visualize_eoj_input

Visualización de la entrada del ARN del EOJ dado.
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Parámetros de solicitud

La solicitud acepta los siguientes parámetros.

Argumentos

Argumento Tipo Descripción

Arn Cadena El ARN del trabajo.

time_range_filter Diccionario

time_range_filter = {

start_date: <string> fecha en 
formato ISO

end_date: <string> fecha en 
formato ISO

}

Una opción para proporcionar 
la hora de inicio y finalización. 
El valor predeterminado es la 
fecha de inicio y finalización 
de la búsqueda de la recopilac 
ión de datos ráster.

config Diccionario

config = { label: <string> 
etiqueta personalizada de 
la capa de salida agregada, 
entrada predeterminada }

Una opción para pasar las 
propiedades de la capa.

Respuesta

Referencia del objeto de la capa de entrada agregado.

API visualize_eoj_output

Visualización de la salida del ARN del EOJ dado

Parámetros de solicitud

La solicitud acepta los siguientes parámetros.
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Argumentos

Argumento Tipo Descripción

Arn Cadena El ARN del trabajo.

time_range_filter Diccionario

time_range_filter = {

start_date: <string> fecha en 
formato ISO

end_date: <string> fecha en 
formato ISO

}

Una opción para proporcionar 
la hora de inicio y finalización. 
El valor predeterminado es la 
fecha de inicio y finalización 
de la búsqueda de la recopilac 
ión de datos ráster.

config Diccionario

config = {

label: <string> etiqueta 
personalizada de la capa 
de salida agregada, salida 
predeterminada

prestablecido: <string> 
singleBand o trueColor,

band_name: <string>, solo se 
requiere para el prestablecido 
'singleBand’. Bandas permitida 
s para un EOJ

}

Una opción para pasar las 
propiedades de la capa.

Respuesta

Referencia del objeto de salida Layer agregado.
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Para obtener más información sobre la visualización de sus datos geoespaciales, consulte
Visualización mediante Amazon SageMaker  geospatial.

SageMaker Preguntas frecuentes sobre las capacidades geoespaciales

Utilice los siguientes elementos de preguntas frecuentes para encontrar respuestas a las preguntas 
más frecuentes sobre las capacidades SageMaker geoespaciales.

1. ¿En qué regiones están disponibles las capacidades SageMaker geoespaciales de Amazon?

Actualmente, las capacidades SageMaker geoespaciales solo se admiten en la región EE.UU. 
Oeste (Oregón). Para ver datos SageMaker geoespaciales, elija el nombre de la región que se 
muestra actualmente en la barra de navegación de la consola. A continuación, elija la región 
Oeste de EE. UU. (Oregón).

2. ¿Qué AWS Identity and Access Management permisos y políticas se requieren para usar la 
tecnología SageMaker geoespacial?

Para usar la SageMaker tecnología geoespacial, necesita un usuario, grupo o rol al que pueda 
acceder. SageMaker También debe crear un rol de SageMaker ejecución para que SageMaker 
Geospatial pueda realizar operaciones en su nombre. Para obtener más información, consulte las 
funciones de las capacidades SageMaker geoespaciales.

3. Tengo una función de SageMaker ejecución actual. ¿Tengo que actualizarlo?

Sí. Para utilizar la SageMaker tecnología geoespacial, debe especificar un principio de servicio 
adicional en su política de confianza de IAM:. sagemaker-geospatial.amazonaws.com Para 
obtener más información sobre cómo especificar un responsable de servicio en una relación de 
confianza, consulta Agregar el principal del servicio SageMaker geoespacial a una función de 
SageMaker ejecución existente la Guía para SageMaker desarrolladores de Amazon.

4. ¿Puedo utilizar las capacidades SageMaker geoespaciales a través de mi entorno de VPC?

Sí, puede utilizar la tecnología SageMaker geoespacial a través de una VPN. Para obtener 
más información, consulte Utilice las capacidades SageMaker geoespaciales de Amazon en su 
Amazon Virtual Private Cloud.

5. ¿Por qué no puedo ver el visualizador de mapas SageMaker geoespaciales, la imagen o el tipo de 
instancia cuando navego a Amazon SageMaker Studio Classic?

Compruebe que está lanzando Amazon SageMaker Studio Classic en la región EE.UU. Oeste 
(Oregón) y que no está utilizando un espacio compartido.
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6. ¿Por qué no puedo ver la imagen SageMaker geoespacial o el tipo de instancia cuando intento 
crear una instancia de bloc de notas en Studio Classic?

Compruebe que está lanzando Amazon SageMaker Studio Classic en la región EE.UU. Oeste 
(Oregón) y que no está utilizando un espacio compartido. Para obtener más información, consulte
Cree un bloc de notas Amazon SageMaker Studio Classic con la imagen geoespacial.

7. ¿Qué bandas son compatibles con las distintas recopilaciones de datos ráster?

Utilice la respuesta de la API GetRasterDataCollection y consulte el campo
ImageSourceBands para encontrar las bandas compatibles con esa recopilación de datos en 
particular.

SageMaker Seguridad y permisos geoespaciales

Utilice los temas de esta página para obtener información sobre las funciones de seguridad de las 
capacidades SageMaker geoespaciales. Además, aprenda a utilizar las capacidades SageMaker 
geoespaciales en una Amazon Virtual Private Cloud y a proteger sus datos en reposo mediante el 
cifrado.

Para obtener más información acerca de los usuarios y roles de IAM, consulte Identidades (usuarios, 
grupos de usuarios y roles) en la Guía del usuario de IAM.

Para obtener más información sobre el uso de IAM con SageMaker, consulte. Identity and Access 
Management para Amazon SageMaker

Temas

• Análisis de configuración y vulnerabilidad en SageMaker el ámbito geoespacial

• Mejores prácticas de seguridad para las capacidades SageMaker geoespaciales

• Utilice las capacidades SageMaker geoespaciales de Amazon en su Amazon Virtual Private Cloud

• Utilice AWS KMS los permisos para las capacidades SageMaker geoespaciales de Amazon

Análisis de configuración y vulnerabilidad en SageMaker el ámbito geoespacial

La configuración y los controles de TI son una responsabilidad compartida entre AWS y usted, 
nuestro cliente. AWS gestiona las tareas de seguridad básicas, como la aplicación de parches en la 
base de datos y el sistema operativo (SO) invitado, la configuración del firewall y la recuperación de 
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desastres. Estos procedimientos han sido revisados y certificados por los terceros pertinentes. Para 
obtener más detalles, consulte los siguientes recursos de :

• Modelo de responsabilidad compartida.

• Amazon Web Services: vista general de los procesos de seguridad

Mejores prácticas de seguridad para las capacidades SageMaker geoespaciales

Las capacidades SageMaker geoespaciales de Amazon proporcionan una serie de características 
de seguridad que debe tener en cuenta a la hora de desarrollar e implementar sus propias políticas 
de seguridad. Las siguientes prácticas recomendadas son directrices generales y no suponen una 
solución de seguridad completa. Puesto que es posible que estas prácticas recomendadas no sean 
adecuadas o suficientes para el entorno, considérelas como consideraciones útiles en lugar de como 
normas.

Aplicación del principio de privilegios mínimos

Las capacidades SageMaker geoespaciales de Amazon proporcionan una política de acceso 
granular para las aplicaciones que utilizan funciones de IAM. Recomendamos que a los roles 
se les conceda únicamente el conjunto mínimo de privilegios que requiera el trabajo. También 
recomendamos auditar los trabajos para detectar permisos de forma regular y ante cualquier cambio 
en su aplicación.

Permisos de control de acceso basado en roles (RBAC)

Los administradores deben controlar estrictamente los permisos de control de acceso basado en 
roles (RBAC) para las capacidades geoespaciales de Amazon. SageMaker

Utilice credenciales temporales siempre que sea posible

Siempre que sea posible, utilice credenciales temporales en lugar de credenciales permanentes, 
como claves de acceso. En aquellas situaciones en las que necesite usuarios de IAM con acceso 
programático y credenciales de larga duración, se recomienda rotar las claves de acceso. Rotar 
periódicamente las credenciales de larga duración ayuda a familiarizarse con el proceso. Esto resulta 
útil si alguna vez se encuentra en una situación en la que debe rotar las credenciales, como cuando 
un trabajador deja la empresa. Se recomienda utilizar información sobre el último uso de acceso de 
IAM para rotar y eliminar las claves de acceso de manera segura. Para obtener más información, 
consulte Rotación de claves de acceso y Prácticas recomendadas de seguridad en IAM.

Uso de AWS CloudTrail para ver y registrar llamadas a la API
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AWS CloudTrail rastrea a cualquier persona que realice llamadas a la API en una cuenta de AWS. 
Las llamadas a la API se registran siempre que alguien utilice la API de capacidades SageMaker 
geoespaciales de Amazon, la consola de capacidades SageMaker geoespaciales de Amazon o los 
comandos CLI AWS de SageMaker capacidades geoespaciales de Amazon. Active el registro y 
especifique un bucket de Amazon S3 para almacenar los registros.

La confianza, privacidad y seguridad de su contenido son nuestras máximas prioridades. 
Implementamos controles técnicos y físicos responsables y sofisticados diseñados para evitar el 
acceso no autorizado o la divulgación de su contenido y garantizar que nuestro uso cumple con 
nuestros compromisos con usted. Para obtener más información, consulte Preguntas frecuentes 
sobre la privacidad de datos de AWS.

Utilice las capacidades SageMaker geoespaciales de Amazon en su Amazon Virtual 
Private Cloud

En el siguiente tema se proporciona información sobre cómo utilizar SageMaker libretas con una 
imagen SageMaker geoespacial en un SageMaker dominio de Amazon con modo solo VPC. Para 
obtener más información sobre las VPC en Amazon SageMaker Studio Classic, consulte Elegir una 
VPC de Amazon.

Comunicación VPC only con Internet

De forma predeterminada, SageMaker Domain usa dos Amazon VPC. Una de las VPC de Amazon 
está gestionada por Amazon SageMaker y proporciona acceso directo a Internet. Usted especifica la 
otra Amazon VPC, que proporciona tráfico cifrado entre el dominio y el volumen de Amazon Elastic 
File System (Amazon EFS).

Puede cambiar este comportamiento para que todo el tráfico se SageMaker envíe a través de 
la Amazon VPC especificada. Si se VPC only eligió como modo de acceso a la red durante la 
creación del SageMaker dominio, se deben tener en cuenta los siguientes requisitos para seguir 
permitiendo el uso de las libretas SageMaker Studio Classic en el dominio creado. SageMaker

Requisitos para usar el modo VPC only

Note

Para utilizar los componentes de visualización de las capacidades SageMaker 
geoespaciales, el navegador que utilice para acceder a la interfaz de usuario de SageMaker 
Studio Classic debe estar conectado a Internet.
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Si ha elegido VpcOnly, siga estos pasos:

1. Debe utilizar solo subredes privadas. No puede usar subredes públicas en el modo VpcOnly.

2. Asegúrese de que sus subredes tengan la cantidad necesaria de direcciones IP. La cantidad 
esperada de direcciones IP necesarias por usuario puede variar según el caso de uso. Se 
recomiendan entre 2 y 4 direcciones IP por usuario. La capacidad total de direcciones IP de un 
dominio de Studio Classic es la suma de las direcciones IP disponibles para cada subred que 
se proporcionan al crear el dominio. Asegúrese de que el uso estimado de direcciones IP no 
supere la capacidad admitida por la cantidad de subredes que proporcione. Además, el uso de 
subredes distribuidas en muchas zonas de disponibilidad puede mejorar la disponibilidad de las 
direcciones IP. Para obtener más información, consulte VPC and subnet sizing for IPv4.

Note

Solo puede configurar subredes con una VPC de tenencia predeterminada en la que su 
instancia se ejecute en hardware compartido. Para obtener más información sobre los 
atributos de tenencia para VPC, consulte Instancias dedicadas.

3. Configure uno o más grupos de seguridad con reglas de entrada y salida que, en conjunto, 
permitan el siguiente tráfico:

• Tráfico NFS a través de TCP en el puerto 2049 entre el dominio y el volumen de Amazon EFS.

• Tráfico TCP en el grupo de seguridad. Esto es necesario para la conectividad entre la 
JupyterServer aplicación y las KernelGateway aplicaciones. Debe permitir el acceso al menos 
a los puertos del rango 8192-65535.

4. Si desea permitir el acceso a Internet, debe usar una puerta de enlace NAT con acceso a 
Internet, por ejemplo, a través de una puerta de enlace de Internet.

5. Si no desea permitir el acceso a Internet, cree puntos finales de VPC de interfaz (AWS 
PrivateLink) para permitir que Studio Classic acceda a los siguientes servicios con los nombres 
de servicio correspondientes. También debe asociar los grupos de seguridad de la VPC a estos 
puntos de conexión.

Note

Actualmente, las capacidades SageMaker geoespaciales solo se admiten en la región 
EE.UU. Oeste (Oregón).
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• SageMaker API: com.amazonaws.us-west-2.sagemaker.api

• SageMaker tiempo de ejecución:com.amazonaws.us-west-2.sagemaker.runtime. 
Esto es necesario para ejecutar los cuadernos Studio Classic con una imagen SageMaker 
geoespacial.

• Amazon S3: com.amazonaws.us-west-2.s3.

• Para usar SageMaker Projects:. com.amazonaws.us-west-2.servicecatalog

• SageMaker capacidades geoespaciales: com.amazonaws.us-west-2.sagemaker-
geospatial

Si utiliza el SDK de SageMaker Python para ejecutar tareas de formación remota, también debe 
crear los siguientes puntos de enlace de Amazon VPC.

• AWS Security Token Service: com.amazonaws.region.sts

• Amazon CloudWatch:. com.amazonaws.region.logs Esto es necesario para permitir 
que el SDK de SageMaker Python obtenga el estado del trabajo de formación remota 
desdeAmazon CloudWatch.

Note

Para un cliente que trabaja en modo VPC, los firewalls de la empresa pueden provocar 
problemas de conexión con SageMaker Studio Classic o entre y JupyterServer . 
KernelGateway Realice las siguientes comprobaciones si encuentra alguno de estos 
problemas al utilizar SageMaker Studio Classic desde un firewall.

• Comprueba que la URL de Studio Classic esté en la lista de permitidos de tu red.

• Compruebe que las conexiones de websocket no estén bloqueadas. Jupyter usa 
websocket internamente. Si la KernelGateway aplicación lo está InService, es 
JupyterServer posible que no pueda conectarse a. KernelGateway También debería ver 
este problema al abrir la terminal del sistema.
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Utilice AWS KMS los permisos para las capacidades SageMaker geoespaciales de 
Amazon

Puede proteger sus datos en reposo mediante el cifrado para las capacidades SageMaker 
geoespaciales. De forma predeterminada, utiliza el cifrado del lado del servidor con una clave 
propiedad de Amazon SageMaker Geospatial. SageMaker Las capacidades geoespaciales también 
admiten una opción de cifrado del lado del servidor con una clave KMS administrada por el cliente.

Cifrado del lado del servidor con clave gestionada SageMaker geoespacial de Amazon 
(predeterminada)

SageMaker Las capacidades geoespaciales cifran todos sus datos, incluidos los resultados 
computacionales de sus trabajos de observación de la Tierra (EOJ) y de enriquecimiento vectorial 
(VEJ), junto con todos los metadatos de sus servicios. No hay datos almacenados sin cifrar en las 
capacidades geoespaciales. SageMaker Utiliza una clave predeterminada de AWS para cifrar todos 
sus datos.

Cifrado de lado de servidor con una clave de KMS administrada por el cliente (opcional)

SageMaker Las capacidades geoespaciales permiten el uso de una clave simétrica gestionada por el 
cliente que usted crea, posee y administra para añadir una segunda capa de cifrado sobre el cifrado 
propio existente. AWS Como usted tiene el control total de este cifrado, puede realizar dichas tareas 
como:

• Establecer y mantener políticas de claves

• Establecer y mantener concesiones y políticas de IAM

• Habilitar y deshabilitar políticas de claves

• Rotar el material criptográfico

• Agregar etiquetas.

• Crear alias de clave

• Programar la eliminación de claves

Para obtener más información, consulte las claves administradas por el cliente en la  Guía para 
desarrolladores de AWS Key Management Service.
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Cómo utilizan las capacidades SageMaker geoespaciales las subvenciones en AWS KMS

SageMaker las capacidades geoespaciales requieren una subvención para utilizar la clave 
gestionada por el cliente. Al crear un EOJ o un VEJ cifrados con una clave gestionada por el cliente, 
SageMaker Geospatial Capabilities crea una subvención en su nombre enviando una solicitud a.
CreateGrant AWS KMS Las subvenciones AWS KMS se utilizan para permitir que las capacidades 
SageMaker geoespaciales accedan a una clave KMS en la cuenta de un cliente. Puede revocar 
el acceso a la concesión o eliminar el acceso del servicio a la clave administrada por el cliente en 
cualquier momento. Si lo hace, las capacidades SageMaker geoespaciales no podrán acceder 
a ninguno de los datos cifrados por la clave administrada por el cliente, lo que afectará a las 
operaciones que dependen de esos datos.

Crear una clave administrada por el cliente

Puede crear una clave simétrica administrada por el cliente mediante la consola de administración de 
AWS o las API de AWS KMS.

Para crear una clave simétrica administrada por el cliente

Siga los pasos para Crear claves KMS de cifrado simétrico que encontrará en la Guía para 
desarrolladores de AWS Key Management Service.

Política de claves

Las políticas de clave controlan el acceso a la clave administrada por el cliente. Cada clave 
administrada por el cliente debe tener exactamente una política de clave, que contiene instrucciones 
que determinan quién puede usar la clave y cómo puede utilizarla. Cuando crea la clave 
administrada por el cliente, puede especificar una política de clave. Para obtener más información, 
consulte Determinación del acceso a las claves de AWS KMS en la Guía para desarrolladores de 
AWS Key Management Service.

Para utilizar la clave gestionada por el cliente con los recursos de sus capacidades SageMaker 
geoespaciales, la política de claves debe permitir las siguientes operaciones de API. La función 
principal de estas operaciones debe ser la función de ejecución que proporcione en la solicitud de 
capacidades SageMaker geoespaciales. SageMaker Las capacidades geoespaciales asumen la 
función de ejecución proporcionada en la solicitud para realizar estas operaciones de KMS.

• kms:CreateGrant

• kms:GenerateDataKey

• kms:Decrypt
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• kms:GenerateDataKeyWithoutPlaintext

Los siguientes son ejemplos de declaraciones de políticas que puede agregar para las capacidades 
SageMaker geoespaciales:

CreateGrant

"Statement" : [  
    { 
      "Sid" : "Allow access to Amazon SageMaker geospatial capabilities", 
      "Effect" : "Allow", 
      "Principal" : { 
        "AWS" : "<Customer provided Execution Role ARN>" 
      }, 
      "Action" : [  
          "kms:CreateGrant", 
           "kms:Decrypt", 
           "kms:GenerateDataKey", 
           "kms:GenerateDataKeyWithoutPlaintext" 
      ], 
      "Resource" : "*", 
    }, 
 ]

Para obtener más información sobre cómo especificar permisos en una política, consulte permisos 
de AWS KMS en la Guía para desarrolladores de AWS Key Management Service. Para obtener 
más información sobre cómo solucionar problemas, consulte Solución de problemas de acceso a las 
claves en la Guía para desarrolladores de AWS Key Management Service.

Si su política de claves no tiene la raíz de su cuenta como administrador de claves, debe agregar 
los mismos permisos de KMS en el ARN de su rol de ejecución. Este es un ejemplo de política que 
puede agregar al rol de ejecución:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "kms:CreateGrant", 
                "kms:Decrypt", 
                "kms:GenerateDataKey", 

Seguridad y permisos 1218

https://docs.aws.amazon.com/kms/latest/developerguide/kms-api-permissions-reference.html
https://docs.aws.amazon.com/kms/latest/developerguide/kms-api-permissions-reference.html
https://docs.aws.amazon.com/kms/latest/developerguide/policy-evaluation.html
https://docs.aws.amazon.com/kms/latest/developerguide/policy-evaluation.html


Amazon SageMaker Guía para desarrolladores

                "kms:GenerateDataKeyWithoutPlaintext" 
            ], 
            "Resource": [ 
              "<KMS key Arn>" 
            ], 
            "Effect": "Allow" 
        } 
    ]
}

Supervisar las claves de cifrado para determinar las capacidades SageMaker geoespaciales

Cuando utiliza una clave gestionada por el AWS KMS cliente con sus recursos de capacidades 
SageMaker geoespaciales, puede utilizar AWS CloudTrail Amazon CloudWatch Logs para realizar un 
seguimiento de las solicitudes que envía SageMaker geospatial. AWS KMS

Seleccione una pestaña de la siguiente tabla para ver ejemplos de AWS CloudTrail eventos para 
monitorear las operaciones de KMS a los que recurren las capacidades SageMaker geoespaciales 
para acceder a los datos cifrados por su clave administrada por el cliente.

CreateGrant

{ 
    "eventVersion": "1.08", 
    "userIdentity": { 
        "type": "AssumedRole", 
        "principalId": "AROAIGDTESTANDEXAMPLE:SageMaker-Geospatial-StartEOJ-
KMSAccess", 
        "arn": "arn:aws:sts::111122223333:assumed-role/
SageMakerGeospatialCustomerRole/SageMaker-Geospatial-StartEOJ-KMSAccess", 
        "accountId": "111122223333", 
        "accessKeyId": "AKIAIOSFODNN7EXAMPLE3", 
        "sessionContext": { 
            "sessionIssuer": { 
                "type": "Role", 
                "principalId": "AKIAIOSFODNN7EXAMPLE3", 
                "arn": "arn:aws:sts::111122223333:assumed-role/
SageMakerGeospatialCustomerRole", 
                "accountId": "111122223333", 
                "userName": "SageMakerGeospatialCustomerRole" 
            }, 
            "webIdFederationData": {}, 
            "attributes": { 
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                "creationDate": "2023-03-17T18:02:06Z", 
                "mfaAuthenticated": "false" 
            } 
        }, 
        "invokedBy": "arn:aws:iam::111122223333:root" 
    }, 
    "eventTime": "2023-03-17T18:02:06Z", 
    "eventSource": "kms.amazonaws.com", 
    "eventName": "CreateGrant", 
    "awsRegion": "us-west-2", 
    "sourceIPAddress": "172.12.34.56", 
    "userAgent": "ExampleDesktop/1.0 (V1; OS)", 
    "requestParameters": { 
        "retiringPrincipal": "sagemaker-geospatial.us-west-2.amazonaws.com", 
        "keyId": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE", 
        "operations": [ 
            "Decrypt" 
        ], 
        "granteePrincipal": "sagemaker-geospatial.us-west-2.amazonaws.com" 
    }, 
    "responseElements": { 
        "grantId": 
 "0ab0ac0d0b000f00ea00cc0a0e00fc00bce000c000f0000000c0bc0a0000aaafSAMPLE", 
        "keyId": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
    }, 
    "requestID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "eventID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "readOnly": false, 
    "resources": [ 
        { 
            "accountId": "111122223333", 
            "type": "AWS::KMS::Key", 
            "ARN": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": true, 
    "recipientAccountId": "111122223333", 
    "eventCategory": "Management"
}
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GenerateDataKey

{ 
    "eventVersion": "1.08", 
    "userIdentity": { 
        "type": "AWSService", 
        "invokedBy": "sagemaker-geospatial.amazonaws.com" 
    }, 
    "eventTime": "2023-03-24T00:29:45Z", 
    "eventSource": "kms.amazonaws.com", 
    "eventName": "GenerateDataKey", 
    "awsRegion": "us-west-2", 
    "sourceIPAddress": "sagemaker-geospatial.amazonaws.com", 
    "userAgent": "sagemaker-geospatial.amazonaws.com", 
    "requestParameters": { 
        "encryptionContext": { 
            "aws:s3:arn": "arn:aws:s3:::axis-earth-observation-
job-378778860802/111122223333/napy9eintp64/output/
consolidated/32PPR/2022-01-04T09:58:03Z/S2B_32PPR_20220104_0_L2A_msavi.tif" 
        }, 
        "keyId": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE", 
        "keySpec": "AES_256" 
    }, 
    "responseElements": null, 
    "requestID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "eventID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "readOnly": true, 
    "resources": [ 
        { 
            "accountId": "111122223333", 
            "type": "AWS::KMS::Key", 
            "ARN": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": true, 
    "recipientAccountId": "111122223333", 
    "eventCategory": "Management"
}
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Decrypt

{ 
    "eventVersion": "1.08", 
    "userIdentity": { 
        "type": "AWSService", 
        "invokedBy": "sagemaker-geospatial.amazonaws.com" 
    }, 
    "eventTime": "2023-03-28T22:04:24Z", 
    "eventSource": "kms.amazonaws.com", 
    "eventName": "Decrypt", 
    "awsRegion": "us-west-2", 
    "sourceIPAddress": "sagemaker-geospatial.amazonaws.com", 
    "userAgent": "sagemaker-geospatial.amazonaws.com", 
    "requestParameters": { 
        "encryptionAlgorithm": "SYMMETRIC_DEFAULT", 
        "encryptionContext": { 
            "aws:s3:arn": "arn:aws:s3:::axis-earth-observation-
job-378778860802/111122223333/napy9eintp64/output/
consolidated/32PPR/2022-01-04T09:58:03Z/S2B_32PPR_20220104_0_L2A_msavi.tif" 
        }, 
    }, 
    "responseElements": null, 
    "requestID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "eventID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "readOnly": true, 
    "resources": [ 
        { 
            "accountId": "111122223333", 
            "type": "AWS::KMS::Key", 
            "ARN": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": true, 
    "recipientAccountId": "111122223333", 
    "eventCategory": "Management"
}

GenerateDataKeyWithoutPlainText

{ 
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    "eventVersion": "1.08", 
    "userIdentity": { 
        "type": "AssumedRole", 
        "principalId": "AROAIGDTESTANDEXAMPLE:SageMaker-Geospatial-StartEOJ-
KMSAccess", 
        "arn": "arn:aws:sts::111122223333:assumed-role/
SageMakerGeospatialCustomerRole/SageMaker-Geospatial-StartEOJ-KMSAccess", 
        "accountId": "111122223333", 
        "accessKeyId": "AKIAIOSFODNN7EXAMPLE3", 
        "sessionContext": { 
            "sessionIssuer": { 
                "type": "Role", 
                "principalId": "AKIAIOSFODNN7EXAMPLE3", 
                "arn": "arn:aws:sts::111122223333:assumed-role/
SageMakerGeospatialCustomerRole", 
                "accountId": "111122223333", 
                "userName": "SageMakerGeospatialCustomerRole" 
            }, 
            "webIdFederationData": {}, 
            "attributes": { 
                "creationDate": "2023-03-17T18:02:06Z", 
                "mfaAuthenticated": "false" 
            } 
        }, 
        "invokedBy": "arn:aws:iam::111122223333:root" 
    }, 
    "eventTime": "2023-03-28T22:09:16Z", 
    "eventSource": "kms.amazonaws.com", 
    "eventName": "GenerateDataKeyWithoutPlaintext", 
    "awsRegion": "us-west-2", 
    "sourceIPAddress": "172.12.34.56", 
    "userAgent": "ExampleDesktop/1.0 (V1; OS)", 
    "requestParameters": { 
        "keySpec": "AES_256", 
        "keyId": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
    }, 
    "responseElements": null, 
    "requestID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "eventID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "readOnly": true, 
    "resources": [ 
        { 
            "accountId": "111122223333", 
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            "type": "AWS::KMS::Key", 
            "ARN": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": true, 
    "recipientAccountId": "111122223333", 
    "eventCategory": "Management"
}

Tipos de instancias de computación

SageMaker Las capacidades geoespaciales ofrecen tres tipos de instancias informáticas.

• SageMaker Instancias de bloc de notas geoespaciales de Studio Classic: SageMaker geospatial 
admite instancias de bloc de notas basadas en CPU y basadas en GPU en Studio Classic. Las 
instancias de cuaderno se utilizan para crear, entrenar e implementar modelos de machine 
learning. Para obtener una lista de los tipos de instancias de cuaderno disponibles que funcionan 
con la imagen geoespacial, consulte Tipos de instancias de cuaderno compatibles.

• SageMaker instancias de trabajos geoespaciales: ejecute trabajos de procesamiento para 
transformar los datos de imágenes de satélite.

• SageMaker tipos de inferencia de modelos geoespaciales: realice predicciones utilizando modelos 
de aprendizaje automático previamente entrenados en imágenes de satélite.

El tipo de instancia viene determinado por las operaciones que ejecute.

En la siguiente tabla se muestran las operaciones SageMaker geoespaciales específicas y los tipos 
de instancias disponibles que puede utilizar.

Operaciones Instancia

Estadísticas temporales ml.geospatial.jobs

Estadísticas zonales ml.geospatial.jobs

Remuestreo ml.geospatial.jobs
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Operaciones Instancia

Geomosaico ml.geospatial.jobs

Apilamiento de bandas ml.geospatial.jobs

Matemáticas de banda ml.geospatial.jobs

Eliminación de nubes con Landsat8 ml.geospatial.jobs

Eliminación de nubes con Sentinel-2 ml.geospatial.models

Enmascaramiento de nubes ml.geospatial.models

Segmentación de la cubierta terrestre ml.geospatial.models

SageMaker tipos de instancias de bloc de notas compatibles con la tecnología 
geoespacial

SageMaker geospatial admite instancias de bloc de notas basadas en CPU y GPU en Studio Classic. 
Si recibes un ResourceLimitExceedederror al iniciar una instancia de notebook con GPU, debes 
solicitar un aumento de cuota. Para aprender a solicitar un aumento de cuota, consulte Solicitud de 
aumento de cuota en la Guía del usuario de Service Quotas.

Tipos de instancias de bloc de notas Studio Classic compatibles

Name Tipo de instancia

ml.geospatial.interactive CPU

ml.g5.xlarge GPU

ml.g5.2xlarge GPU

ml.g5.4xlarge GPU

ml.g5.8xlarge GPU

ml.g5.16xlarge GPU
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Name Tipo de instancia

ml.g5.12xlarge GPU

ml.g5.24xlarge GPU

ml.g5.48xlarge GPU

Se le cobrarán tarifas diferentes por cada tipo de instancia de computación que utilice. Para obtener 
más información sobre los precios, consulte Geospatial ML with Amazon SageMaker.

SageMaker bibliotecas geoespaciales

El tipo de instancia SageMaker  geoespacial específico ml.geospatial.interactive contiene 
las siguientes bibliotecas de Python.

Bibliotecas geoespaciales disponibles en el tipo de instancia geoespacial

Nombre de la biblioteca Versión disponible

numpy 1.23.4

scipy 1.11.2

pandas 1.4.4

gdal 3.2.2

fiona 1.8.22

geopandas 0.11.1

shapely 1.8.4

seaborn 0.11.2

notebook 1.8.22

scikit-image 0.11.2

rasterio 6.4.12
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Nombre de la biblioteca Versión disponible

scikit-learn 0,19,2

ipyleaflet 1.0.1

rtree 0,17.2

opencv 4,60.66

supy 2022.4.7

SNAP toolbox 9.0

cdsapi 0.6.1

arosics 1.8.1

rasterstats 0,18.0

rioxarray 0.14.1

pyroSAR 0,20.0

eo-learn 1.4.1

deepforest 1.2.7

scrapy 2.8.0

netCDF4 1.6.3

xarray[complete] 0,20.1

Orfeotoolbox OTB-8.1.1

pytorch 2.0.1

pytorch-cuda 11.8

torchvision 0.15.2
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Nombre de la biblioteca Versión disponible

torchaudio 2.0.2

pytorch-lightning 2.0.6

tensorflow 2.13.0

Recopilaciones de datos

Amazon SageMaker geospatial admite las siguientes recopilaciones de datos ráster. De las 
siguientes recopilaciones de datos, puede utilizar las recopilaciones de datos optimizadas para la 
Sentinel-2 nube USGS Landsat y las recopilaciones de GeoTIFF datos optimizadas para la nube 
al iniciar un trabajo de observación de la Tierra (EOJ). Para obtener más información acerca de los 
EOJ, consulte Trabajos de observación de la Tierra.

• Copernicus Digital Elevation Model (DEM)— GLO-30

• Copernicus Digital Elevation Model (DEM)— GLO-90

• Sentinel-2 Cloud-Optimized GeoTIFFs

• Sentinel-1

• National Agriculture Imagery Program (NAIP) del AWS

• USGS Landsat 8

Para encontrar la lista de recopilaciones de datos ráster disponibles en su Regiones de AWS, use
ListRasterDataCollections. En la respuesta ListRasterDataCollections, obtendrá un 
objeto RasterDataCollectionMetadata que contiene detalles sobre las recopilaciones de datos 
ráster disponibles.

Example Ejemplo: llamada a la API ListRasterDataCollections mediante AWS SDK for Python 
(Boto3)

Cuando utilice el SDK para Python (Boto3) y SageMaker geoespacial, debe crear un cliente 
geoespacial,. geospatial_client Utilice el siguiente fragmento Python para realizar una llamada 
a la API list_raster_data_collections:

import boto3
import sagemaker
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import sagemaker_geospatial_map
import json  

## SageMaker Geospatial Capabilities is currently only avaialable in US-WEST-2   
session = boto3.Session(region_name='us-west-2')
execution_role = sagemaker.get_execution_role()

## Creates a SageMaker Geospatial client instance  
geospatial_client = session.client(service_name="sagemaker-geospatial")

# Creates a resusable Paginator for the list_raster_data_collections API operation  
paginator = geospatial_client.get_paginator("list_raster_data_collections")

# Create a PageIterator from the Paginator
page_iterator = paginator.paginate()

# Use the iterator to iterate throught the results of list_raster_data_collections
results = []
for page in page_iterator: 
 results.append(page['RasterDataCollectionSummaries'])

print (results)

En la respuesta JSON, recibirá lo siguiente, que se ha truncado para mayor claridad:

{ 
    "Arn": "arn:aws:sagemaker-geospatial:us-west-2:555555555555:raster-data-collection/
public/dxxbpqwvu9041ny8", 
    "Description": "Copernicus DEM is a Digital Surface Model which represents the 
 surface of the Earth including buildings, infrastructure, and vegetation. GLO-30 is 
 instance of Copernicus DEM that provides limited worldwide coverage at 30 meters.", 
    "DescriptionPageUrl": "https://registry.opendata.aws/copernicus-dem/", 
    "Name": "Copernicus DEM GLO-30", 
    "Tags": {}, 
    "Type": "PUBLIC"
}

Información sobre bandas de imágenes y recopilaciones de datos USGS 
LandsatSentinel-2

La información sobre las bandas de imágenes de las recopilaciones de datos USGS Landsat 8 y 
Sentinel-2 se proporciona en la siguiente tabla.
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USGS Landsat

Nombre de la 
banda

Rango de 
longitud de 
onda (nm)

Unidades Rango válido Valor de 
rellenado

Resolución 
espacial

coastal 435 - 451 Sin unidades 1 - 65455 0 (sin datos) 30 m

azul 452 - 512 Sin unidades 1 - 65455 0 (sin datos) 30 m

green 533 - 590 Sin unidades 1 - 65455 0 (sin datos) 30 m

red 636 - 673 Sin unidades 1 - 65455 0 (sin datos) 30 m

nir 851 - 879 Sin unidades 1 - 65455 0 (sin datos) 30 m

swir16 1566 - 1651 Sin unidades 1 - 65455 0 (sin datos) 30 m

swir22 2107 - 2294 Sin unidades 1 - 65455 0 (sin datos) 30 m

qa_aerosol N/D Índice de bits 0 - 255 1 30 m

qa_pixel N/D Índice de bits 1 - 65455 1 (bit 0) 30 m

qa_radsat N/D Índice de bits 1 - 65455 N/D 30 m

t 10600 - 
11190

Kelvin 
escalado

1 - 65455 0 (sin datos) 30 m 
(escalado 
a partir de 
100 m)

atran N/D Sin unidades 0 - 10000 -9999 (sin 
datos)

30 m

cdist N/D Kilómetros 0 - 24000 -9999 (sin 
datos)

30 m

drad N/D W/(m^2 sr 
µm)/DN

0 - 28000 -9999 (sin 
datos)

30 m
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Nombre de la 
banda

Rango de 
longitud de 
onda (nm)

Unidades Rango válido Valor de 
rellenado

Resolución 
espacial

urad N/D W/(m^2 sr 
µm)/DN

0 - 28000 -9999 (sin 
datos)

30 m

trad N/D W/(m^2 sr 
µm)/DN

0 - 28000 -9999 (sin 
datos)

30 m

emis N/D Coeficiente 
de emisividad

1 - 10000 -9999 (sin 
datos)

30 m

emsd N/D Coeficiente 
de emisividad

1 - 10000 -9999 (sin 
datos)

30 m

Sentinel-2

Nombre de la 
banda

Rango de 
longitud de 
onda (nm)

Escalado Rango válido Valor de 
rellenado

Resolución 
espacial

coastal 443 0,0001 N/D 0 (sin datos) 60 m

azul 490 0,0001 N/D 0 (sin datos) 10 m

green 560 0,0001 N/D 0 (sin datos) 10 m

red 665 0,0001 N/D 0 (sin datos) 10 m

rededge1 705 0,0001 N/D 0 (sin datos) 20 m

rededge2 740 0,0001 N/D 0 (sin datos) 20 m

rededge3 783 0,0001 N/D 0 (sin datos) 20 m

nir 842 0,0001 N/D 0 (sin datos) 10 m

nir08 865 0,0001 N/D 0 (sin datos) 20 m
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Nombre de la 
banda

Rango de 
longitud de 
onda (nm)

Escalado Rango válido Valor de 
rellenado

Resolución 
espacial

nir08 865 0,0001 N/D 0 (sin datos) 20 m

nir09 940 0,0001 N/D 0 (sin datos) 60 m

swir16 1610 0,0001 N/D 0 (sin datos) 20 m

swir22 2190 0,0001 N/D 0 (sin datos) 20 m

aot Espesor 
óptico del 
aerosol

0.001 N/D 0 (sin datos) 10 m

wvp Vapor 
de agua 
promedio de 
la escena

0.001 N/D 0 (sin datos) 10 m

scl Datos de 
clasificación 
de escenas

N/D 1 - 11 0 (sin datos) 20 m

RStudio en Amazon SageMaker

RStudio es un entorno de desarrollo integrado para R con una consola, un editor de resaltado de 
sintaxis que admite la ejecución directa de código y herramientas de trazado, historial, depuración y 
administración del espacio de trabajo. Amazon SageMaker es compatible con RStudio como entorno 
de desarrollo integrado (IDE) totalmente gestionado y que se integra con un dominio de Amazon 
SageMaker a través de Posit Workbench. Para obtener más información acerca de Posit Workbench, 
consulte el sitio web de Posit.

RStudio permite a los clientes crear información de ciencia de datos utilizando un entorno de R. Con 
la integración de RStudio puede iniciar un entorno de RStudio en el dominio para ejecutar flujos de 
trabajo de RStudio en recursos de SageMaker.
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SageMaker integra RStudio mediante la creación de una aplicación RStudioServerPro.

RStudio en SageMaker admite lo siguiente.

• Los desarrolladores de R utilizan la interfaz RStudio IDE con herramientas populares para 
desarrolladores del ecosistema R. Los usuarios pueden iniciar nuevas sesiones de RStudio, 
escribir código R, instalar dependencias desde RStudio Package Manager y publicar aplicaciones 
Shiny mediante RStudio Connect.

• Los desarrolladores de R pueden escalar rápidamente los recursos informáticos subyacentes para 
ejecutar procesamiento de datos y análisis estadístico a gran escala. 

• Los administradores de la plataforma pueden configurar identidades de usuarios, autorización, 
conexión en red, almacenamiento y seguridad para sus equipos de ciencia de datos mediante la 
integración de AWS IAM Identity Center y AWS Identity and Access Management. Esto incluye 
la conexión a recursos privados de Amazon Virtual Private Cloud (Amazon VPC) y el modo sin 
Internet con AWS PrivateLink.

• Integración con AWS License Manager.

Para obtener información sobre los pasos de incorporación para crear un dominio con RStudio 
habilitado, consulte Descripción general SageMaker de Amazon Domain.

Disponibilidad por región

La siguiente tabla proporciona información sobre las Regiones de AWS donde se admite RStudio en 
SageMaker.

Nombre de la región Región

Este de EE. UU. (Ohio) us-east-2

Este de EE. UU. (Norte de Virginia) us-east-1

Oeste de EE. UU. (Norte de California) us-west-1

Oeste de EE. UU. (Oregón) us-west-2

Asia-Pacífico (Bombay) ap-south-1

Asia-Pacífico (Seúl) ap-northeast-2
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Nombre de la región Región

Asia-Pacífico (Singapur) ap-southeast-1

Asia-Pacífico (Sídney) ap-southeast-2

Asia-Pacífico (Tokio) ap-northeast-1

Canadá (centro) ca-central-1

Europa (Fráncfort) eu-central-1

Europa (Irlanda) eu-west-1

Europa (Londres) eu-west-2

Europa (París) eu-west-3

Europa (Estocolmo) eu-north-1

América del Sur (São Paulo) sa-east-1

Componentes de RStudio

• RStudioServerPro: es una aplicación multiusuario que sirve de recurso compartido entre todos los 
perfiles de usuario del dominio. Una vez que se crea una aplicación de RStudio en un dominio, el 
administrador puede conceder permisos a los usuarios del dominio. 

• Usuario de RStudio: los usuarios de RStudio son usuarios del dominio autorizados a utilizar la 
licencia de RStudio.

• Administrador de RStudio: un administrador de RStudio en Amazon SageMaker puede acceder 
al panel administrativo de RStudio. Los administradores de RStudio en Amazon SageMaker se 
diferencian de los administradores "estándar" de Posit Workbench en que no tienen acceso raíz 
a la instancia que ejecuta la aplicación RStudioServerPro y no pueden modificar el archivo de 
configuración de RStudio.

• RStudio Server: la instancia de RStudio Server es responsable de proporcionar la interfaz de 
usuario de RStudio a todos los usuarios autorizados. Esta instancia se inicia en una instancia de 
Amazon SageMaker.
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• RSession: es una interfaz basada en navegador con el RStudio IDE que se ejecuta en una 
instancia de Amazon SageMaker. Los usuarios pueden crear sus proyectos de RStudio e 
interactuar con ellos a través de la RSession.

• RSessionGateway: la aplicación RSessionGateway se utiliza para admitir una RSession.

• Panel administrativo de RStudio: este panel proporciona información sobre los usuarios de RStudio 
en el dominio de Amazon SageMaker y sus sesiones. Solo pueden acceder a este panel los 
usuarios que tengan autorización del administrador de RStudio.

Diferencias con Posit Workbench

RStudio en Amazon SageMaker presenta algunas diferencias importantes con respecto a Posit 
Workbench.

• Al utilizar RStudio en SageMaker, los usuarios no tienen acceso a los archivos de configuración 
de RStudio. Amazon SageMaker administra el archivo de configuración y establece los valores 
predeterminados. Puede modificar las direcciones URL de RStudio Connect y RStudio Package 
Manager al crear su dominio de Amazon SageMaker habilitado para RStudio.

• El uso compartido de proyectos, la colaboración en tiempo real y Job Launcher no se admiten 
actualmente cuando se utiliza RStudio en Amazon SageMaker.

• Cuando se utiliza RStudio en SageMaker, RStudio IDE se ejecuta en instancias de Amazon 
SageMaker para recursos informáticos en contenedores bajo demanda.

• RStudio en SageMaker solo admite RStudio IDE, pero no otros IDE compatibles con una 
instalación de Posit Workbench.

• RStudio en SageMaker solo admite la versión de RStudio especificada en Actualizar la versión de 
RStudio.

Administrar RStudio en Amazon SageMaker

En los temas siguientes se proporciona información sobre la administración de RStudio en Amazon 
SageMaker. Incluye información sobre la configuración del entorno de RStudio, las sesiones 
de usuario y los recursos necesarios. Para obtener información sobre cómo utilizar RStudio en 
SageMaker, consulte Utilizar RStudio en Amazon SageMaker.

Para obtener información sobre cómo crear un dominio de Amazon SageMaker con RStudio 
habilitado, consulte Descripción general SageMaker de Amazon Domain. 
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Para obtener información sobre las regiones AWS en las que se admite RStudio en SageMaker, 
consulte Regiones y cuotas admitidas. 

Temas

• Licencia de RStudio

• Actualizar la versión de RStudio

• Red y almacenamiento

• Tipo de StudioServerPro instancia R

• Dirección URL de RStudio Connect

• RStudio Package Manager

• Crear un dominio de Amazon SageMaker con RStudio mediante AWS CLI

• Añadir compatibilidad con RStudio a un dominio existente

• Lleve su propia imagen a RStudio en SageMaker

• Administración de usuarios

• Panel de administración de RStudio

• Cerrar y reiniciar RStudio

• Gestionar la facturación y el costo

• Diagnosticar problemas y obtener asistencia

Licencia de RStudio

RStudio en Amazon SageMaker es un producto de pago y requiere que cada usuario cuente con 
la licencia correspondiente. Las licencias de RStudio en Amazon SageMaker se pueden obtener 
directamente de RStudio PBC o mediante la compra de una suscripción a Posit Workbench on 
AWS Marketplace. Las licencias se emiten sin costo adicional para los clientes actuales de Posit 
Workbench Enterprise.

Para utilizar una licencia de RStudio con Amazon SageMaker, primero debe tener una licencia 
de RStudio válida registrada con AWS License Manager. Las suscripciones a Posit Workbench 
en AWS Marketplace desencadenan automáticamente la creación de licencias con AWS License 
Manager. En el caso de las licencias adquiridas directamente a través de Rstudio PBC, debe crear 
una concesión de licencias para su cuenta de AWS. Póngase en contacto con RStudio para comprar 
licencias directamente o para habilitar las licencias existentes en AWS License Manager. Para 
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obtener más información sobre cómo registrar una licencia con AWS License Manager, consulte
Licencias emitidas por el vendedor en AWS License Manager.

Los siguientes temas muestran cómo adquirir y validar una licencia concedida por RStudio PBC.

Obtener una licencia de RStudio

1. Si no tiene una licencia de RStudio, puede comprar una en AWS Marketplace o directamente en 
RStudio PBC.

• Para comprar una suscripción en AWS Marketplace, siga los pasos que se indican en
Suscribirse a un producto AMI con oferta pública de precios contractuales buscando Posit 
Workbench.

• Para comprar directamente en RStudio PBC, vaya a RStudio Pricing o póngase en contacto 
con sales@rstudio.com. Al comprar o actualizar una licencia de RStudio, debe proporcionar la 
cuenta de AWS que alojará su dominio de Amazon SageMaker.

Si ya tiene una licencia de RStudio, póngase en contacto con su representante de ventas de 
RStudio o con sales@rstudio.com para añadir RStudio en Amazon SageMaker a su licencia 
existente de Posit Workbench Enterprise o para convertir su licencia de Posit Workbench 
Standard. El representante de ventas de RStudio le enviará el formulario de pedido electrónico 
correspondiente.

2. RStudio concede una licencia de Posit Workbench a su cuenta de AWS a través de AWS 
License Manager en la región Este de EE. UU. (Norte de Virginia). Si bien la licencia de RStudio 
se concede en la región Este de EE. UU. (Norte de Virginia), la licencia se puede consumir en 
cualquier región AWS en la que se admita RStudio en Amazon SageMaker. El plazo del proceso 
de concesión de la licencia suele ser de tres días laborables después de compartir su ID de 
cuenta de AWS con RStudio.

3. Cuando se conceda esta licencia, recibirá un correo electrónico de su representante de ventas 
de RStudio con instrucciones para aceptar la concesión de la licencia.

Validar la licencia de RStudio para utilizarla con Amazon SageMaker

1. Inicie sesión en la consola de AWS License Manager en la misma región que el dominio de 
Amazon SageMaker. Si utiliza AWS License Manager por primera vez, AWS License Manager le 
solicitará que conceda permiso para utilizar AWS License Manager.

2. Seleccione Comenzar a usar AWS License manager.
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3. Seleccione I grant AWS License Manager the required permissions y, a 
continuación, Conceder permisos.

4. Navegue hasta Licencias concedidas en el panel izquierdo.

5. Seleccione la licencia concedida con RSW-SageMaker como Product name y seleccione Ver.

6. En la página de detalles de la licencia, seleccione Aceptar y activar la licencia.

Panel de administración de RStudio

Puede utilizar el panel de administración de RStudio para ver el número de usuarios de la licencia 
que siguen los pasos de Panel de administración de RStudio.

Actualizar la versión de RStudio

Esta guía proporciona información sobre la actualización a la versión 2023.03.2-454.pro2 de 
RStudio en SageMaker. A partir del 27 de junio de 2023 se crearán nuevos dominios compatibles 
con Posit Workbench versión 2023.03.2-454.pro2. Esto es válido para las aplicaciones
RStudioServerPro y las aplicaciones RSessionGateway predeterminadas.

Durante el periodo de gracia hasta el 31 de agosto de 2023, podrá probar la versión más reciente 
en sus dominios actuales. Durante este periodo, los dominios existentes seguirán utilizando la 
versión 2022.02.2-485.pro2anterior de forma predeterminada. Para cambiar esta versión 
predeterminada, vuelva a crear la aplicación RStudioServerPro siguiendo los pasos que se 
indican en Actualizar a la nueva versión. A partir del 31 de agosto de 2023, todos los dominios 
existentes iniciarán automáticamente las aplicaciones RStudioServerPro y RSessionGateway
con la versión 2023.03.2-454.pro2.

En las siguientes secciones se proporciona información sobre la versión 2023.03.2-454.pro2 y 
sobre cómo probar la versión más reciente.

Actualización a la versión más reciente

La última versión de RStudio es 2023.03.2-454.pro2. Esta versión incluye los siguientes 
cambios:

• Se ha agregado compatibilidad con RTools 4.3

• Se ha agregado compatibilidad con R 4.3

• Se ha actualizado Quarto a 1.2.335

• Gestión mejorada de sesiones
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Para obtener más información sobre los cambios en esta versión, consulte https://docs.posit.co/ide/ 
news/.

Control de versiones

Actualmente hay dos versiones de Posit Workbench compatibles con SageMaker.

• Última versión compatible: 2023.03.2-454.pro2

• Versión compatible anterior: 2022.02.2-485.pro2

Durante el periodo de gracia, la versión Posit Workbench predeterminada que selecciona SageMaker 
depende de la fecha de creación del dominio.

• Para los dominios creados después del 27 de junio de 2023 (dominios recién creados), la versión
2023.03.2-454.pro2 es la versión seleccionada de forma predeterminada.

• Para los dominios creados antes del 27 de junio de 2023 (dominios existentes), la versión
2022.02.2-485.pro2 es la versión seleccionada de forma predeterminada. Puede actualizar 
sus dominios a la versión más reiente (2023.03.2-454.pro2) estableciéndola como la versión 
predeterminada del dominio. Para obtener más información, consulte Actualizar a la nueva versión.

Note

La versión predeterminada de la aplicación RSessionGateway coincide con la versión 
actual de la aplicación RStudioServerPro.

En la siguiente tabla se muestran los ARN de imagen de ambas versiones para cada Región de 
AWS. Estos ARN se transfieren como parte de un comando update-domain para establecer la 
versión deseada.

Region ARN de imagen 2022.02.2 
-485.pro2

ARN de imagen 2023.03.2 
-454.pro2

us-east-1 arn:aws:sagemaker:us-east-1 
:081325390199:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:us-east-1 
:081325390199:image/rstudio-
workbench-2023.03
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us-east-2 arn:aws:sagemaker:us-east-2 
:429704687514:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:us-east-2 
:429704687514:image/rstudio-
workbench-2023.03

us-west-1 arn:aws:sagemaker:us-west-1 
:742091327244:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:us-west-1 
:742091327244:image/rstudio-
workbench-2023.03

us-west-2 arn:aws:sagemaker:us-west-2 
:236514542706:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:us-west-2 
:236514542706:image/rstudio-
workbench-2023.03

af-south-1 arn:aws:sagemaker:af-south- 
1:559312083959:image/rstudi 
o-workbench-2021.08

arn:aws:sagemaker:af-south- 
1:559312083959:image/rstudi 
o-workbench-2023.03

ap-east-1 arn:aws:sagemaker:ap-east-1 
:493642496378:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:ap-east-1 
:493642496378:image/rstudio-
workbench-2023.03

ap-south-1 arn:aws:sagemaker:ap-south- 
1:394103062818:image/rstudi 
o-workbench-2021.08

arn:aws:sagemaker:ap-south- 
1:394103062818:image/rstudi 
o-workbench-2023.03

ap-northeast-2 arn:aws:sagemaker:ap-northe 
ast-2:806072073708:image/rs 
tudio-workbench-2021.08

arn:aws:sagemaker:ap-northe 
ast-2:806072073708:image/rs 
tudio-workbench-2023.03

ap-southeast-1 arn:aws:sagemaker:ap-southe 
ast-1:492261229750:image/rs 
tudio-workbench-2021.08

arn:aws:sagemaker:ap-southe 
ast-1:492261229750:image/rs 
tudio-workbench-2023.03

ap-southeast-2 arn:aws:sagemaker:ap-southe 
ast-2:452832661640:image/rs 
tudio-workbench-2021.08

arn:aws:sagemaker:ap-southe 
ast-2:452832661640:image/rs 
tudio-workbench-2023.03

ap-northeast-1 arn:aws:sagemaker:ap-northe 
ast-1:102112518831:image/rs 
tudio-workbench-2021.08

arn:aws:sagemaker:ap-northe 
ast-1:102112518831:image/rs 
tudio-workbench-2023.03
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ca-central-1 arn:aws:sagemaker:ca-centra 
l-1:310906938811:image/rstu 
dio-workbench-2021.08

arn:aws:sagemaker:ca-centra 
l-1:310906938811:image/rstu 
dio-workbench-2023.03

eu-central-1 arn:aws:sagemaker:eu-centra 
l-1:936697816551:image/rstu 
dio-workbench-2021.08

arn:aws:sagemaker:eu-centra 
l-1:936697816551:image/rstu 
dio-workbench-2023.03

eu-west-1 arn:aws:sagemaker:eu-west-1 
:470317259841:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:eu-west-1 
:470317259841:image/rstudio-
workbench-2023.03

eu-west-2 arn:aws:sagemaker:eu-west-2 
:712779665605:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:eu-west-2 
:712779665605:image/rstudio-
workbench-2023.03

eu-west-3 arn:aws:sagemaker:eu-west-3 
:615547856133:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:eu-west-3 
:615547856133:image/rstudio-
workbench-2023.03

eu-north-1 arn:aws:sagemaker:eu-north- 
1:243637512696:image/rstudi 
o-workbench-2021.08

arn:aws:sagemaker:eu-north- 
1:243637512696:image/rstudi 
o-workbench-2023.03

eu-south-1 arn:aws:sagemaker:eu-south- 
1:592751261982:image/rstudi 
o-workbench-2021.08

arn:aws:sagemaker:eu-south- 
1:592751261982:image/rstudi 
o-workbench-2023.03

sa-east-1 arn:aws:sagemaker:sa-east-1 
:782484402741:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:sa-east-1 
:782484402741:image/rstudio-
workbench-2023.03

Actualizar a la nueva versión

Los dominios existentes siguen utilizando la versión 2022.02.2-485.pro2 durante el periodo de 
gracia. Durante el periodo de gracia puede utilizar la versión 2023.03.2-454.pro2 más reciente 
de dos formas:
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• Cree un nuevo dominio desde AWS CLI con RStudio habilitado.

• Actualice un dominio existente para utilizar la versión 2023.03.2-454.pro2.

El siguiente procedimiento muestra cómo eliminar la aplicación RStudio de un dominio existente, 
establecer la versión predeterminada en 2023.03.2-454.pro2 y, a continuación, crear una 
aplicación RStudio. Este procedimiento solo es necesario durante el periodo de gracia.

1. Elimine la aplicación RStudioServerPro y todas las aplicaciones RSessionGateway
asociadas a su dominio actual. Para obtener información sobre cómo buscar su ID de dominio, 
consulte Visualización de dominios. Para obtener más información sobre cómo eliminar 
aplicaciones, consulte Cerrar y reiniciar RStudio.

aws sagemaker delete-app \ 
    --region region \ 
    --domain-id domainId \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

2. Actualice el dominio para establecer 2023.03.2-454.pro2 como versión Posit Workbench 
predeterminada. El valor SageMakerImageArn del siguiente comando update-domain
especifica la versión 2023.03.2-454.pro2 de RStudio como predeterminada. Este ARN debe 
coincidir con la Region en la que se encuentra su dominio. Para ver la lista de todos los ARN 
disponibles, consulte Control de versiones.

Pase un ARN de rol de ejecución para el dominio que proporcione permisos para actualizar el 
dominio.

aws sagemaker update-domain \ 
    --region region \ 
    --domain-id domainId \ 
    --domain-settings-for-update "{\"RStudioServerProDomainSettingsForUpdate\":
{\"DefaultResourceSpec\": {\"SageMakerImageArn\": \"arn-for-2023.03.2-454.pro2-
version\", \"InstanceType\": \"system\"}, \"DomainExecutionRoleArn\": \"execution-
role-arn\"}}"

3. Cree una nueva aplicación RStudioServerPro en el dominio existente.

aws sagemaker create-app \ 
    --region region
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    --domain-id domainId \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

La aplicación RStudioServerPro se actualiza ahora a la versión 2023.03.2-454.pro2. Ahora 
puede volver a iniciar sus aplicaciones RSessionGateway.

Cambiar a la versión existente

Durante el periodo de gracia, puede cambiar manualmente la versión de su aplicación RStudio 
existente a la versión 2022.02.2-485.pro2.

Para cambiar a la versión existente

1. Elimine la aplicación RStudioServerPro asociada a su dominio existente. Para obtener 
información sobre cómo buscar su ID de dominio, consulte Visualización de dominios.

aws sagemaker delete-app \ 
    --domain-id domainId \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

2. Pase el ARN 2022.02.2-485.pro2 correspondiente a su Region como parte del comando
update-domain. Para ver la lista de todos los ARN disponibles, consulte Control de versiones. 
También debe pasar un ARN de rol de ejecución para el dominio que proporcione permisos para 
actualizar el dominio.

aws sagemaker update-domain \ 
    --region region \ 
    --domain-id domainId \ 
    --domain-settings-for-update "{\"RStudioServerProDomainSettingsForUpdate\":
{\"DefaultResourceSpec\": {\"SageMakerImageArn\": \"arn-for-2022.02.2+485.pro2-
version\", \"InstanceType\": \"system\"}, \"DomainExecutionRoleArn\": \"execution-
role-arn\"}}"

3. Cree una nueva aplicación RStudioServerPro en el dominio existente. La versión de RStudio 
tiene el valor predeterminado de 2022.02.2-485.pro2.

aws sagemaker create-app \ 
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    --domain-id domainId \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

La aplicación RStudioServerPro se actualiza ahora a la versión 2022.02.2-485.pro2.

Cambios en las imágenes BYOI

Si utiliza una imagen BYOI con RStudio y actualiza la versión de RStudioServerPro a
2023.03.2-454.pro2, debe actualizar sus imágenes personalizadas para utilizar la versión
2023.03.2-454.pro2 y volver a implementar sus RSessions existentes. Si intenta cargar una 
imagen no compatible en una RSession de un dominio que utilice la versión 2023.03.2-454.pro2, 
la RSession producirá error porque no puede analizar los parámetros que recibe. Para evitar errores, 
actualice todas las imágenes personalizadas implementadas en su aplicación RStudioServerPro
existente.

La RSW_VERSION de Dockerfile debe coincidir con la versión de Posit Workbench utilizada en 
RStudio en SageMaker. Puede validar la versión actual en Posit Workbench. Para ello, utilice el 
nombre de la versión que se encuentra en la esquina inferior izquierda de la página de inicio de Posit 
Workbench.

...
ARG RSW_VERSION=2023.03.2+454.pro2
ENV RSTUDIO_FORCE_NON_ZERO_EXIT_CODE="1"
ARG RSW_NAME=rstudio-workbench-rhel
ARG RSW_DOWNLOAD_URL=https://s3.amazonaws.com/rstudio-ide-build/server/${OS}/x86_64
RUN RSW_VERSION_URL=`echo -n "${RSW_VERSION}" | sed 's/+/-/g'` \ 
    && curl -o rstudio-workbench.rpm ${RSW_DOWNLOAD_URL}/${RSW_NAME}-
${RSW_VERSION_URL}-x86_64.rpm \ 
    && yum install -y rstudio-workbench.rpm

Red y almacenamiento

El tema siguiente describe las consideraciones sobre el acceso a la red y el almacenamiento de 
datos para su instancia de RStudio. Para obtener información general sobre el acceso a la red y 
el almacenamiento de datos cuando utilizas Amazon SageMaker, consultaProtección de datos en 
Amazon SageMaker.

Volumen de Amazon EFS
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RStudio en Amazon SageMaker comparte un volumen de Amazon EFS con la aplicación Amazon 
SageMaker Studio Classic del dominio. Cuando la aplicación RStudio se añade a un dominio, 
SageMaker crea una carpeta denominada shared en el directorio Amazon EFS. Si esta carpeta
shared se elimina o se modifica manualmente, es posible que deje de funcionar la aplicación 
RStudio. Para obtener más información sobre el volumen de Amazon EFS, consulte Administre su 
volumen de almacenamiento de Amazon EFS en SageMaker Studio Classic.

Paquetes y scripts instalados

Los paquetes que se instalan desde RStudio se limitan al nivel del perfil de usuario. Esto significa 
que el paquete instalado se mantiene tras el cierre de RSession, los reinicios y las RSessions de 
cada perfil de usuario en el que esté instalado. Los scripts de R que se guardan en RSessions se 
comportan de la misma manera. Tanto los paquetes como los scripts de R se guardan en el volumen 
de Amazon EFS del usuario.

Cifrado

RStudio en Amazon SageMaker admite el cifrado en reposo.

Utilizar RStudio en modo solo VPC

RStudio en Amazon SageMaker admite la AWS PrivateLinkintegración. Con esta integración, puede 
usar RStudio SageMaker en modo solo VPC sin acceso directo a Internet. Cuando utiliza RStudio 
en modo solo VPC, el servicio administra automáticamente los grupos de seguridad. Esto incluye la 
conectividad entre RServer y las RSessions.

Se requiere lo siguiente para utilizar RStudio en modo solo VPC. Para obtener más información 
sobre la selección de una VPC, consulte Elección de una Amazon VPC.

• Una subred privada con acceso a Internet para realizar una llamada a Amazon SageMaker & 
License Manager o a los puntos de conexión Amazon Virtual Private Cloud (Amazon VPC) tanto 
para Amazon como para SageMaker License Manager.

• El dominio no puede tener más de dos grupos de seguridad asociados.

• Un ID de grupo de seguridad para su uso con el dominio en la configuración del dominio. Esto 
debe permitir todos los accesos salientes.

• Un ID de grupo de seguridad para su uso con el punto de conexión de Amazon VPC. Este grupo 
de seguridad debe permitir el tráfico entrante desde el ID del grupo de seguridad del dominio.

• Punto de conexión de Amazon VPC para sagemaker.api y AWS License Manager. Debe estar 
en la misma Amazon VPC que la subred privada.
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Tipo de StudioServerPro instancia R

A la hora de decidir qué tipo de instancia de Amazon EC2 utilizar para la StudioServerPro aplicación 
R, el factor principal a tener en cuenta es el ancho de banda. El ancho de banda es importante 
porque la StudioServerPro instancia R es responsable de ofrecer la interfaz de usuario de RStudio 
a todos los usuarios. Esto incluye flujos de trabajo intensivos para la interfaz de usuario, como la 
generación de ilustraciones y animaciones y la visualización de muchas filas de datos. Por tanto, es 
posible que se produzca una cierta degradación del rendimiento de la interfaz de usuario en función 
de la carga de trabajo de todos los usuarios. Los siguientes son los tipos de instancias disponibles 
para usar en tu StudioServerPro R. Para obtener información sobre los precios de estas instancias, 
consulta Amazon SageMaker Pricing.

• ml.t3.medium: se recomienda este tipo de instancia para dominios con poco uso de la interfaz 
de usuario y es gratuito.

Note

El system valor se traduce aml.t3.medium.

• ml.c5.4xlarge: este tipo de instancia se recomienda para dominios con uso moderado de la 
interfaz de usuario.

• ml.c5.9xlarge: se recomienda este tipo de instancia para dominios con uso intenso de la 
interfaz de usuario.

Cambiar el tipo de instancia de RStudio

Para cambiar el tipo de instancia de su RStudioServerPro, pase el nuevo tipo de instancia 
como parte de una llamada al comando update-domain CLI. A continuación, debe eliminar la 
StudioServerPro aplicación R existente mediante el comando delete-app CLI y crear una nueva 
StudioServerPro aplicación R mediante el comando create-app CLI.

Dirección URL de RStudio Connect

RStudio Connect es una plataforma de publicación para aplicaciones Shiny, informes de R 
Markdown, paneles, gráficos y mucho más. RStudio Connect facilita la obtención de información 
de machine learning y ciencia de datos haciendo que el alojamiento de contenido resulte sencillo y 
escalable. Si tiene un servidor de RStudio Connect puede configurarlo como el lugar predeterminado 
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donde se publican las aplicaciones. Para obtener más información sobre RStudio Connect, consulte
RStudio Connect.

Cuando se incorpora a en el dominio de RStudio en Amazon SageMaker, no se crea un servidor 
RStudio Connect. Puede crear un servidor de RStudio Connect en una instancia de Amazon EC2 
para utilizar Connect con un dominio de Amazon SageMaker. Para obtener información sobre cómo 
configurar un servidor de RStudio Connect, consulte Alojar RStudio Connect y Package Manager 
para desarrollo de ML en RStudio en Amazon SageMaker.

Añadir una URL de RStudio Connect

Si tiene una URL de RStudio Connect, puede actualizar la URL predeterminada para que los 
usuarios de RStudio puedan publicar en ella.

1. Vaya a la página Dominios.

2. Seleccione el dominio deseado.

3. Seleccione Configuración del dominio.

4. En Configuración general, seleccione Editar.

5. En la nueva página, seleccione Configuración de RStudio en el lado izquierdo. 

6. En Dirección URL de RStudio Connect, introduzca la URL de RStudio Connect que desee 
añadir.

7. Seleccione Enviar.

CLI

Puede establecer una URL predeterminada de RStudio Connect al crear un dominio. La única forma 
de actualizar la URL de RStudio Connect desde AWS CLI es eliminar el dominio y crear uno nuevo 
con la URL actualizada de RStudio Connect.

RStudio Package Manager

RStudio Package Manager es un servidor de administración de repositorios que sirve para organizar 
y centralizar paquetes en toda la organización. Para obtener más información sobre RStudio 
Package Manager, consulte RStudio Package Manager. Si no proporciona su propia URL de 
Package Manager, el dominio de Amazon SageMaker utiliza el repositorio predeterminado de 
Package Manager al incorporar RStudio siguiendo los pasos de Descripción general SageMaker 
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de Amazon Domain. Para obtener más información, consulte Alojar RStudio Connect y Package 
Manager para desarrollo de ML en RStudio en Amazon SageMaker.

Actualizar la URL de Package Manager

Puede actualizar la URL de Package Manager utilizada para un dominio habilitado para RStudio de 
la siguiente manera.

1. Vaya a la página Dominios.

2. Seleccione el dominio deseado.

3. Seleccione Configuración del dominio.

4. En Configuración general, seleccione Editar.

5. En la nueva página, seleccione Configuración de RStudio en el lado izquierdo. 

6. En RStudio Package Manager, introduzca la URL de RStudio Package Manager.

7. Seleccione Enviar.

CLI

La única forma de actualizar la URL de Package Manager desde AWS CLI es eliminar el dominio y 
crear uno nuevo con la URL actualizada de Package Manager.

Crear un dominio de Amazon SageMaker con RStudio mediante AWS CLI

El tema siguiente muestra cómo realizar la incorporación al dominio de Amazon SageMaker con 
RStudio habilitado mediante AWS CLI. Para realizar la incorporación mediante AWS Management 
Console, consulte Descripción general SageMaker de Amazon Domain.

Requisitos previos

• Instalar y configurar AWS CLI versión 2

• Configurar AWS CLI con las credenciales de IAM

Crear el rol DomainExecution

Para iniciar la aplicación RStudio, debe proporcionar un rol DomainExecution. Este rol se utiliza 
para determinar si es necesario iniciar RStudio como parte de la creación del dominio de Amazon 
SageMaker. Amazon SageMaker también utiliza este rol para acceder a la licencia de RStudio y 
insertar registros de RStudio. 
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Note

El rol DomainExecution debe tener como mínimo permisos AWS License Manager para 
acceder a la licencia de RStudio y permisos de CloudWatch para insertar registros en su 
cuenta.

El siguiente procedimiento muestra cómo crear el rol DomainExecution con AWS CLI.

1. Cree un archivo llamado assume-role-policy.json con el siguiente contenido.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": "sts:AssumeRole", 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "sagemaker.amazonaws.com" 
                ] 
            } 
        } 
    ]
}

2. Cree el rol DomainExecution. <REGION> debería ser la región de AWS en la que se lanza el 
dominio.

aws iam create-role --region <REGION> --role-name DomainExecution --assume-role-
policy-document file://assume-role-policy.json

3. Cree un archivo llamado domain-setting-policy.json con el siguiente contenido. Esta 
política permite a la aplicación RStudioServerPro acceder a los recursos necesarios y permite 
a Amazon SageMaker iniciar automáticamente una aplicación RStudioServerPro cuando la 
aplicación RStudioServerPro existente se encuentra en el estado Deleted o Failed.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
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            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "license-manager:ExtendLicenseConsumption", 
                "license-manager:ListReceivedLicenses", 
                "license-manager:GetLicense", 
                "license-manager:CheckoutLicense", 
                "license-manager:CheckInLicense", 
                "logs:CreateLogDelivery", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DeleteLogDelivery", 
                "logs:Describe*", 
                "logs:GetLogDelivery", 
                "logs:GetLogEvents", 
                "logs:ListLogDeliveries", 
                "logs:PutLogEvents", 
                "logs:PutResourcePolicy", 
                "logs:UpdateLogDelivery", 
                "sagemaker:CreateApp" 
            ], 
            "Resource": "*" 
        } 
    ]
}

4. Cree la política de configuración de dominio asociada al rol DomainExecution. Tenga en 
cuenta el PolicyArn de la respuesta. Deberá introducir ese ARN en los siguientes pasos.

aws iam create-policy --region <REGION> --policy-name domain-setting-policy --
policy-document file://domain-setting-policy.json

5. Asocie domain-setting-policy al rol DomainExecution. Utilice el PolicyArn devuelto 
en el paso anterior.

aws iam attach-role-policy --role-name DomainExecution --policy-arn <POLICY_ARN>

Crear un dominio de Amazon SageMaker con la aplicación RStudio

La aplicación RStudioServerPro se inicia automáticamente cuando crea un dominio 
de Amazon SageMaker utilizando el comando create-domain CLI con el parámetro
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RStudioServerProDomainSettings especificado. Cuando inicia la aplicación RStudioServerPro, 
Amazon SageMaker comprueba si hay una licencia válida de RStudio en la cuenta y se produce un 
error en la creación del dominio si no la encuentra.

La creación de un dominio de Amazon SageMaker varía en función del método de autenticación y 
del tipo de red. Estas opciones deben utilizarse juntas, con un método de autenticación y una tipo 
de conexión de red seleccionados. Para obtener más información sobre los requisitos para crear un 
nuevo dominio, consulte CreateDomain.

Se admiten los siguientes métodos de autenticación:

• IAM Auth

• SSO Auth

Se admiten los siguientes tipos de conexión de red:

• PublicInternet

• VPCOnly

Métodos de autenticación

Modo de autenticación IAM

A continuación se muestra cómo crear un dominio de Amazon SageMaker con RStudio habilitado 
y un tipo de red IAM Auth. Para obtener más información sobre AWS Identity and Access 
Management, consulte ¿Qué es IAM?

• DomainExecutionRoleArn debe ser el ARN del rol creado en el paso anterior.

• ExecutionRole es el ARN del rol asignado a los usuarios en el dominio de Amazon SageMaker.

• vpc-id debe ser el ID de su Amazon Virtual Private Cloud. subnet-ids debe ser una lista 
separada por espacios de ID de subred. Para obtener más información sobre vpc-id y subnet-
ids, consulte VPC y subredes.

• RStudioPackageManagerUrl y RStudioConnectUrl son opcionales y deben configurarse 
en las direcciones URL de su servidor de RStudio Package Manager y de RStudio Connect, 
respectivamente.

• app-network-access-type debe ser PublicInternetOnly o VPCOnly.
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aws sagemaker create-domain --region <REGION> --domain-name <DOMAIN_NAME> \ 
    --auth-mode IAM \ 
    --default-user-settings ExecutionRole=<DEFAULT_USER_EXECUTIONROLE> \ 
    --domain-settings 
 RStudioServerProDomainSettings={RStudioPackageManagerUrl=<<PACKAGE_MANAGER_URL>,RStudioConnectUrl=<<CONNECT_URL>,DomainExecutionRoleArn=<DOMAINEXECUTION_ROLE_ARN>} 
 \ 
    --vpc-id <VPC_ID> \ 
    --subnet-ids <SUBNET_IDS> \ 
    --app-network-access-type <NETWORK_ACCESS_TYPE>

Autenticación mediante el Centro de identidades de IAM

A continuación se muestra cómo crear un dominio de Amazon SageMaker con RStudio habilitado 
y un tipo de red SSO Auth. AWS IAM Identity Center debe estar habilitado para la región en el que 
se lanza el dominio. Para obtener más información sobre el Centro de identidades de IAM, consulte
¿Qué es AWS IAM Identity Center?

• DomainExecutionRoleArn debe ser el ARN del rol creado en el paso anterior.

• ExecutionRole es el ARN del rol asignado a los usuarios en el dominio de Amazon SageMaker.

• vpc-id debe ser el ID de su Amazon Virtual Private Cloud. subnet-ids debe ser una lista 
separada por espacios de ID de subred. Para obtener más información sobre vpc-id y subnet-
ids, consulte VPC y subredes.

• RStudioPackageManagerUrl y RStudioConnectUrl son opcionales y deben configurarse 
en las direcciones URL de su servidor de RStudio Package Manager y de RStudio Connect, 
respectivamente.

• app-network-access-type debe ser PublicInternetOnly o VPCOnly.

aws sagemaker create-domain --region <REGION> --domain-name <DOMAIN_NAME> \ 
    --auth-mode SSO \ 
    --default-user-settings ExecutionRole=<DEFAULT_USER_EXECUTIONROLE> \ 
    --domain-settings 
 RStudioServerProDomainSettings={RStudioPackageManagerUrl=<<PACKAGE_MANAGER_URL>,RStudioConnectUrl=<<CONNECT_URL>,DomainExecutionRoleArn=<DOMAINEXECUTION_ROLE_ARN>} 
 \ 
    --vpc-id <VPC_ID> \ 
    --subnet-ids <SUBNET_IDS> \ 
    --app-network-access-type <NETWORK_ACCESS_TYPE>
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Tipos de conexión

Tipo de red de Internet pública/Internet directa

A continuación se muestra cómo crear un dominio de Amazon SageMaker con RStudio habilitado y 
un tipo de red PublicInternet.

• DomainExecutionRoleArn debe ser el ARN del rol creado en el paso anterior.

• ExecutionRole es el ARN del rol asignado a los usuarios en el dominio de Amazon SageMaker.

• vpc-id debe ser el ID de su Amazon Virtual Private Cloud. subnet-ids debe ser una lista 
separada por espacios de ID de subred. Para obtener más información sobre vpc-id y subnet-
ids, consulte VPC y subredes.

• RStudioPackageManagerUrl y RStudioConnectUrl son opcionales y deben configurarse 
en las direcciones URL de su servidor de RStudio Package Manager y de RStudio Connect, 
respectivamente.

• auth-mode debe ser SSO o IAM.

aws sagemaker create-domain --region <REGION> --domain-name <DOMAIN_NAME> \ 
    --auth-mode <AUTH_MODE> \ 
    --default-user-settings ExecutionRole=<DEFAULT_USER_EXECUTIONROLE> \ 
    --domain-settings 
 RStudioServerProDomainSettings={RStudioPackageManagerUrl=<<PACKAGE_MANAGER_URL>,RStudioConnectUrl=<<CONNECT_URL>,DomainExecutionRoleArn=<DOMAINEXECUTION_ROLE_ARN>} 
 \ 
    --vpc-id <VPC_ID> \ 
    --subnet-ids <SUBNET_IDS> \ 
    --app-network-access-type PublicInternetOnly

Modo VPCOnly

A continuación se muestra cómo iniciar un dominio de Amazon SageMaker con RStudio habilitado 
y un tipo de red VPCOnly. Para obtener más información sobre el uso del tipo de acceso de red
VPCOnly, consulte Conecte los blocs de notas SageMaker Studio Classic de una VPC a recursos 
externos.

• DomainExecutionRoleArn debe ser el ARN del rol creado en el paso anterior.

• ExecutionRole es el ARN del rol asignado a los usuarios en el dominio de Amazon SageMaker.

• vpc-id debe ser el ID de su Amazon Virtual Private Cloud. subnet-ids debe ser una lista 
separada por espacios de ID de subred. Su subred privada debe poder acceder a Internet para 
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realizar una llamada a Amazon SageMaker o tener puntos de conexión de VPC de Amazon para 
Amazon SageMaker AWS License Manager y AWS License Manager. Para obtener información 
sobre los puntos de conexión de VPC de Amazon, consulte Interfaz de puntos de conexión de VPC 
de Amazon. Para obtener información sobre vpc-id y subnet-ids, consulte VPC y subredes.

• SecurityGroups debe permitir el acceso saliente a Amazon SageMaker y a los puntos de 
conexión de AWS License Manager.

• auth-mode debe ser SSO o IAM.

Note

Cuando utilice puntos de conexión de Amazon Virtual Private Cloud, el grupo de seguridad 
asociado a sus puntos de conexión de Amazon Virtual Private Cloud debe permitir el tráfico 
entrante desde el grupo de seguridad que pase como parte del parámetro domain-setting
de la llamada de create-domain CLI.

Con RStudio, Amazon SageMaker administra los grupos de seguridad. Esto significa que Amazon 
SageMaker administra las reglas de los grupos de seguridad para garantizar que RSessions puede 
acceder a las aplicaciones de RStudioServerPro. Amazon SageMaker crea una regla de grupo de 
seguridad por perfil de usuario.

aws sagemaker create-domain --region <REGION> --domain-name <DOMAIN_NAME> \ 
    --auth-mode <AUTH_MODE> \ 
    --default-user-settings 
 SecurityGroups=<USER_SECURITY_GROUP>,ExecutionRole=<DEFAULT_USER_EXECUTIONROLE> \ 
    --domain-settings 
 SecurityGroupIds=<DOMAIN_SECURITY_GROUP>,RStudioServerProDomainSettings={DomainExecutionRoleArn=<DOMAINEXECUTION_ROLE_ARN>} 
 \ 
    --vpc-id <VPC_ID> \ 
    --subnet-ids "<SUBNET_IDS>" \ 
    --app-network-access-type VPCOnly --app-security-group-management Service

Nota: La aplicación RStudioServerPro se inicia mediante un perfil de usuario especial denominado
domain-shared. Por ello, ningún otro perfil de usuario devuelve esta aplicación como parte de las 
llamadas de la API list-app.

Puede que tenga que aumentar la cuota de VPC de Amazon en su cuenta para incrementar el 
número de usuarios. Para obtener más información, consulte Cuotas de VPC de Amazon.

Administrar RStudio en SageMaker 1254

https://docs.aws.amazon.com/vpc/latest/userguide/VPC_Subnets.html
https://docs.aws.amazon.com/vpc/latest/privatelink/vpce-interface.html
https://docs.aws.amazon.com/vpc/latest/userguide/VPC_Subnets.html
https://docs.aws.amazon.com/vpc/latest/privatelink/vpce-interface.html
https://docs.aws.amazon.com/vpc/latest/userguide/VPC_Subnets.html
https://docs.aws.amazon.com/vpc/latest/userguide/amazon-vpc-limits.html#vpc-limits-security-groups


Amazon SageMaker Guía para desarrolladores

Verificar la creación del dominio

Utilice el siguiente comando para comprobar que el dominio se ha creado con un
Status de InService. El domain-id se añade al ARN del dominio. Por ejemplo,
arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:domain/<DOMAIN_ID>.

aws sagemaker describe-domain --domain-id <DOMAIN_ID> --region <REGION>

Añadir compatibilidad con RStudio a un dominio existente

Si has añadido una licencia de RStudioAWS License Manager, puedes crear un nuevo SageMaker 
dominio de Amazon con soporte para RStudio activado. SageMaker Si tiene un dominio existente 
que no es compatible con RStudio, puede añadir compatibilidad con RStudio a ese dominio sin 
necesidad de eliminarlo ni de volver a crearlo. 

En el siguiente tema se explica cómo añadir esta compatibilidad.

Requisitos previos

Debe completar los siguientes pasos antes de actualizar su dominio actual para añadir soporte a 
RStudio on. SageMaker 

• Instalar y configurar AWS CLI versión 2

• Configurar AWS CLI con las credenciales de IAM

• Cree una función de ejecución de dominio siguiendo los pasos de Crear un SageMaker dominio 
con RStudio mediante. AWS CLI La aplicación R requiere este rol de IAM a nivel de dominio. 
StudioServerPro El rol requiere acceso a AWS License Manager para verificar una licencia válida 
de Posit Workbench y a Amazon CloudWatch Logs para publicar los registros del servidor. 

• Lleve su licencia de RStudio a AWS License Manager siguiendo los pasos de la licencia de 
RStudio.

• (Opcional) Si desea utilizar RStudio en modo VPCOnly, complete los pasos de RStudio solo en 
VPC.

• Asegúrese de que los grupos de seguridad que ha configurado para cada uno de sus dominios 
cumplan con UserProfilelas cuotas a nivel de cuenta. Al configurar el perfil de usuario 
predeterminado durante la creación del dominio, puede utilizar el DefaultUserSettings
parámetro de la CreateDomainAPI para añadir los SecurityGroups que hereden todos los 
perfiles de usuario creados en el dominio. También puede proporcionar grupos de seguridad 
adicionales para un usuario específico como parte del UserSettings parámetro de la
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CreateUserProfileAPI. Si ha añadido grupos de seguridad de esta manera, debe asegurarse de 
que el número total de grupos de seguridad por perfil de usuario no supera la cuota máxima de 2 
en modo VPCOnly y 4 en modo PublicInternetOnly. Si el número total resultante de grupos 
de seguridad para cualquier perfil de usuario supera la cuota, puede combinar las reglas de varios 
grupos de seguridad en un solo grupo de seguridad. 

Añadir compatibilidad con RStudio a un dominio existente

Cuando haya completado los requisitos previos, puede añadir compatibilidad con RStudio a su 
dominio existente. Los siguientes pasos explican cómo actualizar su dominio existente para añadir 
compatibilidad con RStudio.

Paso 1: Elimine todas las aplicaciones del dominio

Para añadir compatibilidad con RStudio en su dominio, SageMaker debe actualizar los grupos de 
seguridad subyacentes de todos los perfiles de usuario existentes. Para ello, tendrá que eliminar y 
volver a crear todas las aplicaciones existentes en el dominio. El siguiente procedimiento muestra 
cómo eliminar todas las aplicaciones.

1. Enumere todas las aplicaciones del dominio.

aws sagemaker \ 
   list-apps \ 
   --domain-id-equals <DOMAIN_ID>

2. Elimine todas las aplicaciones de todos los perfiles de usuario del dominio.

// JupyterServer apps  
aws sagemaker \ 
    delete-app \ 
    --domain-id <DOMAIN_ID> \ 
    --user-profile-name <USER_PROFILE> \ 
    --app-type JupyterServer \ 
    --app-name <APP_NAME>

// KernelGateway apps
aws sagemaker \ 
    delete-app \ 
    --domain-id <DOMAIN_ID> \ 
    --user-profile-name <USER_PROFILE> \ 
    --app-type KernelGateway \ 

Administrar RStudio en SageMaker 1256

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateUserProfile.html


Amazon SageMaker Guía para desarrolladores

    --app-name <APP_NAME>

Paso 2: Actualice todos los perfiles de usuario con la nueva lista de grupos de seguridad

Se trata de una acción única que debe realizar para todos los perfiles de usuario existentes en 
su dominio una vez refactorizados los grupos de seguridad existentes. Esto evita llegar a la cuota 
del número máximo de grupos de seguridad. La llamada a la UpdateUserProfile API falla si el 
usuario tiene alguna aplicación en InServiceestado. Elimine todas las aplicaciones y, a continuación, 
llame a la API UpdateUserProfile para actualizar los grupos de seguridad.

Note

El siguiente requisito para el VPCOnly modo descrito en Connect Amazon SageMaker 
Studio Classic Notebooks de una VPC con recursos externos ya no es necesario al añadir 
compatibilidad AppSecurityGroupManagement con RStudio, ya que lo gestiona el 
servicio: SageMaker
"Tráfico TCP en el grupo de seguridad. Esto es necesario para la conectividad entre la 
JupyterServer aplicación y las aplicaciones. KernelGateway Debe permitir el acceso al 
menos a los puertos del rango 8192-65535”.

aws sagemaker \ 
    update-user-profile \ 
    --domain-id <DOMAIN_ID>\ 
    --user-profile-name <USER_PROFILE> \ 
    --user-settings "{\"SecurityGroups\": [\"<SECURITY_GROUP>\", 
 \"<SECURITY_GROUP>\"]}"

Paso 3: Activa RStudio llamando a la API UpdateDomain

1. Llama a la UpdateDomainAPI para añadir compatibilidad con RStudio on. SageMaker El 
parámetro defaultusersettings solo es necesario si han refactorizado los grupos de 
seguridad predeterminados para los perfiles de usuario.

• Para el modo VPCOnly:

aws sagemaker \ 
    update-domain \ 
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    --domain-id <DOMAIN_ID> \ 
    --app-security-group-management Service \ 
    --domain-settings-for-update 
 RStudioServerProDomainSettingsForUpdate={DomainExecutionRoleArn=<DOMAIN_EXECUTION_ROLE_ARN>} 
 \ 
    --default-user-settings "{\"SecurityGroups\": [\"<SECURITY_GROUP>\", 
 \"<SECURITY_GROUP>\"]}"

• Para el modo PublicInternetOnly:

aws sagemaker \ 
    update-domain \ 
    --domain-id <DOMAIN_ID> \ 
    --domain-settings-for-update 
 RStudioServerProDomainSettingsForUpdate={DomainExecutionRoleArn=<DOMAIN_EXECUTION_ROLE_ARN>} \ 
    --default-user-settings "{\"SecurityGroups\": [\"<SECURITY_GROUP>\", 
 \"<SECURITY_GROUP>\"]}"

2. Compruebe que el estado del dominio es InService. Cuando el estado del dominio 
seaInService, se añadirá la compatibilidad con RStudio on SageMaker .

aws sagemaker \ 
    describe-domain \ 
    --domain-id <DOMAIN_ID>

3. Compruebe que el estado de la StudioServerPro aplicación R esté InService utilizando el 
siguiente comando.

aws sagemaker list-apps --user-profile-name domain-shared

Paso 4: Añada acceso a RStudio para usuarios existentes

Como parte de la actualización del paso 3, SageMaker marca el RStudio AccessStatusde todos los 
perfiles de usuario existentes en el dominio como DISABLED predeterminado. Esto evita superar el 
número de usuarios que permite su licencia actual. Para añadir acceso a usuarios existentes deberá 
seguir un paso de suscripción único. Realice la suscripción llamando a la UpdateUserProfileAPI con 
la siguiente R StudioServerProAppSettings:

• AccessStatus = ENABLED

• Opcional - UserGroup = R_STUDIO_USER o R_STUDIO_ADMIN
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aws sagemaker \ 
    update-user-profile \ 
    --domain-id <DOMAIN_ID>\ 
    --user-profile-name <USER_PROFILE> \ 
    --user-settings "{\"RStudioServerProAppSettings\": {\"AccessStatus\": \"ENABLED
\"}}"

Note

De forma predeterminada, el número de usuarios que pueden acceder a RStudio es 60.

Paso 5: Desactive el acceso a RStudio para nuevos usuarios

A menos que se especifique lo contrario al realizar la llamadaUpdateDomain, la compatibilidad 
con RStudio se añade de forma predeterminada para todos los nuevos perfiles de usuario que se 
creen después de añadir la compatibilidad con RStudio. SageMaker Para desactivar el acceso en un 
perfil de usuario nuevo debe establecer explícitamente el parámetro AccessStatus en DISABLED
como parte de la llamada a la API CreateUserProfile. Si no se especifica el parámetro
AccessStatus como parte de la API CreateUserProfile, el estado de acceso predeterminado 
es ENABLED.

aws sagemaker \ 
    create-user-profile \ 
    --domain-id <DOMAIN_ID>\ 
    --user-profile-name <USER_PROFILE> \ 
    --user-settings "{\"RStudioServerProAppSettings\": {\"AccessStatus\": \"DISABLED
\"}}"

Lleve su propia imagen a RStudio en SageMaker

Una imagen de SageMaker es un archivo que identifica los paquetes de idioma y otras dependencias 
necesarias para ejecutar RStudio en Amazon SageMaker. SageMaker utiliza estas imágenes 
para crear un entorno en el que se ejecuta RStudio. Amazon SageMaker proporciona una imagen 
incorporada de RStudio para que la utilice. Si necesita una funcionalidad diferente, puede llevar sus 
propias imágenes personalizadas.

El proceso para llevar su propia imagen para su uso con RStudio en SageMaker consta de tres 
pasos:
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1. Cree una imagen personalizada a partir de un Dockerfile y envíela a un repositorio de Amazon 
Elastic Container Registry (Amazon ECR).

2. Cree una imagen de SageMaker que apunte a una imagen de contenedor en Amazon ECR y 
adjúntela a su dominio de Amazon SageMaker.

3. Inicie una nueva sesión en RStudio con la imagen personalizada.

Puede crear imágenes y versiones de imágenes y asociar versiones de imágenes a su dominio 
mediante el panel de control de SageMaker, AWS SDK for Python (Boto3), y AWS Command Line 
Interface (AWS CLI). También puede crear imágenes y versiones de imágenes mediante la consola 
de SageMaker, incluso aunque no se haya incorporado a un dominio.

Los siguientes temas muestran cómo llevar su propia imagen a RStudio en SageMaker creando, 
asociando y lanzando una imagen personalizada.

Terminología clave

En la siguiente sección se definen los términos clave para llevar su propia imagen para su uso con 
RStudio en SageMaker.

• Dockerfile: un Dockerfile es un archivo que identifica los paquetes de idioma y otras dependencias 
de la imagen de Docker.

• Imagen de Docker: la imagen de Docker es un Dockerfile compilado. Esta imagen se registra en 
Amazon ECR y sirve de base para la imagen de SageMaker.

• Imagen de SageMaker: una imagen de SageMaker es un contenedor de un conjunto de versiones 
de imágenes de SageMaker en imágenes de Docker.

• Versión de imagen: una versión de una imagen de SageMaker representa una imagen de Docker 
que es compatible con RStudio y está almacenada en un repositorio de Amazon ECR. Cada 
versión de imagen es inmutable. Estas versiones de imágenes se pueden asociar a un dominio y 
utilizar con RStudio en SageMaker.

Requisitos previos

Debe cumplir los siguientes requisitos previos para llevar su propia imagen para su uso con RStudio 
en Amazon SageMaker.
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• Si ya tiene un dominio con RStudio que se creó antes del 7 de abril de 2022, debe eliminar la 
aplicación RStudioServerPro y volver a crearla. Para obtener información sobre cómo eliminar una 
aplicación, consulte Cierre y actualice SageMaker Studio Classic.

• Instale la aplicación Docker. Para obtener información sobre cómo configurar Docker, consulte
Orientación y configuración.

• Cree una copia local de un Dockerfile compatible con RStudio que funcione con SageMaker. Para 
obtener información sobre cómo crear un Dockerfile de RStudio de muestra, consulte Utilizar 
una imagen personalizada para llevar su propio entorno de desarrollo a RStudio en Amazon 
SageMaker.

• Utilice un rol de ejecución de AWS Identity and Access Management que tenga asociada la política
AmazonSageMakerFullAccess. Si se ha incorporado en el dominio, puede obtener el rol de la 
sección Resumen del dominio del panel de control de SageMaker.

Añada los siguientes permisos para que el servicio Amazon Elastic Container Registry (Amazon 
ECR) acceda al rol de ejecución.

{  
    "Version":"2012-10-17",  
    "Statement":[  
        { 
            "Sid": "VisualEditor0", 
            "Effect":"Allow",  
            "Action":[  
                "ecr:CreateRepository",  
                "ecr:BatchGetImage",  
                "ecr:CompleteLayerUpload",  
                "ecr:DescribeImages",  
                "ecr:DescribeRepositories",  
                "ecr:UploadLayerPart",  
                "ecr:ListImages",  
                "ecr:InitiateLayerUpload",  
                "ecr:BatchCheckLayerAvailability",  
                "ecr:PutImage"  
            ],  
            "Resource": "*"  
        } 
    ]
}
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• Instale y configure AWS CLI con la versión siguiente (o superior). Para obtener información sobre 
cómo instalar AWS CLI, consulte Instalar o actualizar la versión más reciente de AWS CLI.

AWS CLI v1 >= 1.23.6
AWS CLI v2 >= 2.6.2

Especificaciones de imágenes personalizadas de RStudio

En esta guía conocerá las especificaciones de imágenes personalizadas de RStudio para utilizarlas 
con SageMaker cuando incorpore su propia imagen. Hay dos conjuntos de requisitos que debes 
cumplir con tu imagen de RStudio personalizada para utilizarla con Amazon SageMaker. Estos 
requisitos los imponen RStudio PBC y la plataforma Amazon SageMaker Studio Classic. Si no se 
cumple uno de estos conjuntos de requisitos, la imagen personalizada no funcionará correctamente.

Requisitos de RStudio PBC

Los requisitos de RStudio PBC se describen en el artículo Using Docker images with RStudio 
Workbench / RStudio Server Pro, Launcher, and Kubernetes. Siga las instrucciones de este artículo 
para crear la base de la imagen personalizada de RStudio.

Para obtener instrucciones sobre cómo instalar varias versiones de R en la imagen personalizada, 
consulte Instalación de varias versiones de R en Linux.

Requisitos de Amazon SageMaker Studio Classic

Amazon SageMaker Studio Classic impone el siguiente conjunto de requisitos de instalación para la 
imagen de RStudio.

• Debe utilizar una imagen base de RStudio como mínimo de 2023.03.2-454.pro2. Para obtener 
más información, consulte Actualizar la versión de RStudio.

• Debe instalar los siguientes paquetes:

yum install -y sudo \
openjdk-11-jdk \
libpng-dev \
&& yum clean all \
&& /opt/R/${R_VERSION}/bin/R -e "install.packages('reticulate', repos='https://
packagemanager.rstudio.com/cran/__linux__/centos7/latest')" \
&& /opt/python/${PYTHON_VERSION}/bin/pip install --upgrade \ 
    'boto3>1.0<2.0' \ 
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    'awscli>1.0<2.0' \ 
    'sagemaker[local]<3'

• Debe proporcionar valores predeterminados para los valores de entorno RSTUDIO_CONNECT_URL
y RSTUDIO_PACKAGE_MANAGER_URL.

ENV RSTUDIO_CONNECT_URL "YOUR_CONNECT_URL"
ENV RSTUDIO_PACKAGE_MANAGER_URL "YOUR_PACKAGE_MANAGER_URL"

Las siguientes especificaciones generales se aplican a la imagen representada por una versión de 
imagen de SageMaker.

Ejecutar la imagen

Las instrucciones de ENTRYPOINT y CMD se anulan para que la imagen se ejecute como una 
aplicación RSession.

Detener la imagen

La API DeleteApp emite el equivalente de un comando docker stop. Otros procesos del 
contenedor no recibirán las señales SIGKILL/SIGTERM.

Sistema de archivos

Los directorios /opt/.sagemakerinternal y /opt/ml están reservados. Es posible que los 
datos de estos directorios no estén visibles en tiempo de ejecución.

Datos de usuario

Cada usuario de un SageMaker dominio recibe un directorio de usuarios en un volumen 
compartido de Amazon Elastic File System en la imagen. La ubicación del directorio del usuario 
actual en el volumen de Amazon EFS es /home/sagemaker-user.

Metadatos

Hay un archivo de metadatos en /opt/ml/metadata/resource-metadata.json. No se 
añaden variables de entorno adicionales a las variables definidas en la imagen. Para obtener más 
información, consulte Obtener metadatos de aplicaciones.

GPU

En una instancia de GPU, la imagen se ejecuta con la opción --gpus. Solo debe incluirse el 
kit de herramientas CUDA en la imagen, no en los controladores NVIDIA. Para obtener más 
información, consulte la Guía del usuario de NVIDIA.
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Métricas y registro

Los registros del proceso de RSession se envían a Amazon CloudWatch en la cuenta del cliente. 
El nombre del grupo de registro es /aws/sagemaker/studio. El nombre del flujo de registro. 
es $domainID/$userProfileName/RSession/$appName.

Tamaño de imagen

El tamaño de la imagen está limitado a 25 GB. Para ver el tamaño de la imagen, ejecute docker 
image ls.

Crear una imagen personalizada de RStudio

En este tema se describe cómo puede crear una imagen de RStudio personalizada mediante la 
SageMaker consola y elAWS CLI. Si utiliza AWS CLI, debe ejecutar los pasos desde su máquina 
local. Los siguientes pasos no funcionan desde Amazon SageMaker Studio Classic.

Al crear una imagen, SageMaker también crea una versión inicial de la imagen. La versión de la 
imagen representa una imagen de contenedor en Amazon Elastic Container Registry (ECR). La 
imagen de contenedor debe cumplir los requisitos para poder utilizarse en RStudio. Para obtener 
más información, consulte Especificaciones de imágenes personalizadas de RStudio.

Para obtener información sobre cómo probar la imagen localmente y resolver problemas comunes, 
consulta el repositorio de muestras de imágenes personalizadas de SageMaker Studio.

Temas

• Añadir una imagen SageMaker de contenedor RStudio Docker compatible a Amazon ECR

• Cree una SageMaker imagen desde la consola

• Crear una imagen mediante AWS CLI

Añadir una imagen SageMaker de contenedor RStudio Docker compatible a Amazon ECR

Siga estos pasos para agregar una imagen de contenedor de Docker a Amazon ECR:

• Cree un repositorio de Amazon ECR.

• Autentíquese en Amazon ECR.

• Cree una imagen de Docker de RStudio SageMaker compatible.

• Cargue la imagen en el repositorio de Amazon ECR.
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Note

El repositorio de Amazon ECR debe estar en la misma Región de AWS que el dominio.

Para crear y añadir una imagen de Docker a Amazon ECR

1. Cree un repositorio de Amazon ECR usando AWS CLI. Para crear el repositorio mediante la 
consola de Amazon ECR, consulte Crear un repositorio.

aws ecr create-repository \ 
    --repository-name rstudio-custom \ 
    --image-scanning-configuration scanOnPush=true

Respuesta:

{ 
    "repository": { 
        "repositoryArn": "arn:aws:ecr:us-east-2:acct-id:repository/rstudio-custom", 
        "registryId": "acct-id", 
        "repositoryName": "rstudio-custom", 
        "repositoryUri": "acct-id.dkr.ecr.us-east-2.amazonaws.com/rstudio-custom", 
        ... 
    }
}

2. Autentíquese en Amazon ECR mediante el URI del repositorio devuelto como respuesta del 
comando create-repository. Asegúrese de que la aplicación Docker se está ejecutando. 
Para obtener más información, consulte Autenticación del registro.

aws ecr get-login-password | \ 
    docker login --username AWS --password-stdin <repository-uri>

Respuesta:

Login Succeeded

3. Cree la imagen de Docker. Ejecute el siguiente comando desde el directorio que incluye el 
Dockerfile.
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docker build .

4. Etiquete la imagen creada con una etiqueta única.

docker tag <image-id> "<repository-uri>:<tag>"

5. Cargue la imagen de contenedor en el repositorio de Amazon ECR. Para obtener más 
información, consulte Empujar una ImagePushimagen.

docker push <repository-uri>:<tag>

Respuesta:

The push refers to repository [<account-id>.dkr.ecr.us-east-2.amazonaws.com/
rstudio-custom]
r: digest: <digest> size: 3066

Cree una SageMaker imagen desde la consola

Para crear una imagen

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, elija Configuraciones de administración.

3. En Configuraciones de administrador, elija Imágenes.

4. En la página Imágenes personalizadas, elija Crear imagen.

5. Para Fuente de imagen, introduzca la ruta de registro de la imagen de contenedor en Amazon 
ECR. La ruta tiene el siguiente formato:

acct-id.dkr.ecr.region.amazonaws.com/repo-name[:tag] or [@digest]

6. Elija Siguiente.

7. En Propiedades de imagen, introduzca lo siguiente:

• Nombre de imagen: el nombre debe ser exclusivo de su cuenta en la Región de AWS actual.

• (Opcional) Nombre para mostrar de la imagen: nombre que se muestra en la interfaz de 
usuario del dominio. Cuando no se proporciona, se muestra Image name.

• (Opcional) Descripción: descripción de la imagen.
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• Función de IAM: la función debe tener la AmazonSageMakerFullAccesspolítica adjunta. Utilice 
el menú desplegable para elegir una de las opciones siguientes:

• Crear un nuevo rol: especifique cualquier bucket adicional de Amazon Simple Storage 
Service (Amazon S3) al que desee que accedan los usuarios de blocs de notas. Si no desea 
permitir el acceso a buckets adicionales, elija Ninguno.

SageMaker asocia la AmazonSageMakerFullAccess política a la función. El rol permite a 
los usuarios de blocs de notas acceder a los buckets de Amazon S3 que aparecen junto a 
las marcas de verificación.

• Introduzca un ARN de rol de IAM personalizado: introduzca el nombre de recurso de 
Amazon (ARN) de su rol de IAM.

• Usar rol existente: elija uno de los roles existentes de la lista.

• (Opcional) Etiquetas de imagen: elijaAñadir nueva etiqueta. Puede añadir hasta 50 etiquetas. 
Las etiquetas se pueden buscar mediante la SageMaker consola o la SageMaker Search
API.

8. En Tipo de imagen, seleccione Imagen de RStudio.

9. Elija Enviar.

La nueva imagen se muestra en la lista Imágenes personalizadas y se resalta brevemente. Una vez 
creada correctamente la imagen, puede elegir el nombre de la imagen para ver sus propiedades o 
elegir Crear versión para crear otra versión.

Para crear otra versión de la imagen

1. Elija Crear versión en la misma fila que la imagen.

2. Para Fuente de imagen, introduzca la ruta de registro de la imagen de Amazon ECR. La imagen 
no debe ser la misma imagen que se usó en una versión anterior de la SageMaker imagen.

Para utilizar la imagen personalizada en RStudio, debe asociarla a su dominio. Para obtener más 
información, consulte Adjunta una SageMaker imagen personalizada.

Crear una imagen mediante AWS CLI

En esta sección se muestra cómo crear una SageMaker imagen de Amazon personalizada conAWS 
CLI.

Siga los siguientes pasos para crear una SageMaker imagen:
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• Cree una Image.

• Cree una ImageVersion.

• Cree un archivo de configuración.

• Cree una AppImageConfig.

Para crear las entidades SageMaker de imagen

1. Cree una SageMaker imagen. El ARN del rol debe tener asociada como mínimo la política
AmazonSageMakerFullAccessPolicy.

aws sagemaker create-image \ 
    --image-name rstudio-custom-image \ 
    --role-arn arn:aws:iam::<acct-id>:role/service-role/<execution-role>

Respuesta:

{ 
    "ImageArn": "arn:aws:sagemaker:us-east-2:acct-id:image/rstudio-custom-image"
}

2. Cree una versión SageMaker de imagen a partir de la imagen. Pase el valor de etiqueta 
exclusivo que eligió al insertar la imagen en Amazon ECR.

aws sagemaker create-image-version \ 
    --image-name rstudio-custom-image \ 
    --base-image <repository-uri>:<tag>

Respuesta:

{ 
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/rstudio-
image/1"
}

3. Compruebe que la versión de la imagen se ha creado correctamente.

aws sagemaker describe-image-version \ 
    --image-name rstudio-custom-image \ 
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    --version 1

Respuesta:

{ 
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/rstudio-
custom-image/1", 
    "ImageVersionStatus": "CREATED"
}

Note

Si la respuesta es "ImageVersionStatus": "CREATED_FAILED", también incluye 
el motivo del error. Un problema de permisos es una causa común de error. También 
puedes consultar tus Amazon CloudWatch Logs. El nombre del grupo de registro 
es /aws/sagemaker/studio. El nombre del flujo de registro. es $domainID/
$userProfileName/KernelGateway/$appName.

4. Cree un archivo de configuración llamado app-image-config-input.json. La configuración 
de la imagen de la aplicación se utiliza para configurar la ejecución de una SageMaker imagen 
como una aplicación de Kernel Gateway.

{ 
    "AppImageConfigName": "rstudio-custom-config"
}

5. Cree la AppImageConfig misma con el archivo que creó en el paso anterior.

aws sagemaker create-app-image-config \ 
    --cli-input-json file://app-image-config-input.json

Respuesta:

{ 
    "AppImageConfigArn": "arn:aws:sagemaker:us-east-2:acct-id:app-image-config/r-
image-config"
}
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Adjunta una SageMaker imagen personalizada

Esta guía muestra cómo adjuntar una imagen de RStudio personalizada a tu SageMaker dominio de 
Amazon mediante la SageMaker consola o el AWS Command Line Interface (AWS CLI).

Para usar una SageMaker imagen personalizada, debes adjuntar una imagen de RStudio 
personalizada a tu dominio. Cuando se asocia una versión de la imagen, aparece en RStudio 
Launcher y está disponible en la lista desplegable Seleccionar imagen. Utilice el menú desplegable 
para cambiar la imagen utilizada por RStudio.

Hay un límite en el número de versiones de la imagen que se pueden asociar. Una vez alcanzado el 
límite, debe eliminar una versión para asociar otra versión de la imagen.

Temas

• Asociar una versión de la imagen a un dominio mediante la consola

• Asociar una versión existente de la imagen al dominio mediante AWS CLI

Asociar una versión de la imagen a un dominio mediante la consola

Puedes adjuntar una versión de SageMaker imagen personalizada a tu dominio mediante el panel 
de control de la SageMaker consola. También puedes crear una SageMaker imagen personalizada y 
una versión de imagen y, a continuación, adjuntar esa versión a tu dominio.

Para asociar una imagen existente

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio deseado.

5. Seleccione Entorno.

6. En Imágenes de Custom SageMaker Studio Classic adjuntas al dominio, selecciona Adjuntar 
imagen.

7. Para Fuente de imagen, elija Imagen existente o Nueva imagen.

Si seleccionas Imagen existente, elige una imagen de la tienda de SageMaker imágenes de 
Amazon.
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Si selecciona Nueva imagen, proporcione la ruta de registro de Amazon ECR para la imagen 
de Docker. La ruta debe estar en la misma Región de AWS que el dominio. El repositorio 
de Amazon ECR debe estar en la misma cuenta que su dominio o SageMaker deben estar 
habilitados los permisos entre cuentas.

8. Elija en la lista una imagen existente.

9. Elija una versión de la imagen en la lista.

10. Elija Siguiente.

11. Introduzca valores para Nombre de la imagen, Nombre para mostrar de la imagen y descripción.

12. Elija el rol de IAM. Para obtener más información, consulte Crear una imagen personalizada de 
RStudio.

13. (Opcional) Agregue etiquetas para la imagen.

14. (Opcional) Elija Añadir nueva etiqueta y, a continuación, agregue una etiqueta de configuración.

15. En Tipo de imagen, seleccione Imagen de RStudio.

16. Elija Enviar.

Espere a que la versión de la imagen se asocie al dominio. Cuando se asocie la versión, aparecerá 
en la lista Imágenes personalizadas y se resaltará brevemente.

Asociar una versión existente de la imagen al dominio mediante AWS CLI

Hay dos métodos para asociar la versión de la imagen al dominio mediante AWS CLI. En el primer 
método, creará un nuevo dominio con la versión asociada. Este método es más sencillo, pero debe 
especificar la información y el rol de ejecución de Amazon Virtual Private Cloud (Amazon VPC) 
necesarios para crear el dominio.

Si ya se ha incorporado al dominio, puede emplear el segundo método para asociar la versión de 
la imagen al dominio actual. En este caso, no es necesario especificar la información y el rol de 
ejecución de Amazon VPC. Después de asociar la versión, elimine todas las aplicaciones del dominio 
y reinicie RStudio.

Adjunta la SageMaker imagen a un dominio nuevo

Para usar este método, debe especificar una función de ejecución que tenga la
AmazonSageMakerFullAccesspolítica adjunta.

Siga los pasos siguientes para crear el dominio y adjuntar la SageMaker imagen personalizada:
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• Obtenga su ID de VPC predeterminado y los ID de subred.

• Cree el archivo de configuración para el dominio, que especifica la imagen.

• Cree el dominio con el archivo de configuración.

Para añadir la SageMaker imagen personalizada a tu dominio

1. Obtenga su ID de VPC predeterminado.

aws ec2 describe-vpcs \ 
    --filters Name=isDefault,Values=true \ 
    --query "Vpcs[0].VpcId" --output text

Respuesta:

vpc-xxxxxxxx

2. Obtenga sus ID de subred predeterminados mediante el ID de VPC del paso anterior.

aws ec2 describe-subnets \ 
    --filters Name=vpc-id,Values=<vpc-id> \ 
    --query "Subnets[*].SubnetId" --output json

Respuesta:

[ 
    "subnet-b55171dd", 
    "subnet-8a5f99c6", 
    "subnet-e88d1392"
]

3. Cree un archivo de configuración llamado create-domain-input.json. Inserte el ID de 
VPC, los ID de subred, ImageName y AppImageConfigName desde los pasos anteriores. 
Dado que no se especifica ImageVersionNumber, se utiliza la versión más reciente de la 
imagen, que es la única versión en este caso. El rol de ejecución debe cumplir los requisitos de
Requisitos previos.

{ 
  "DomainName": "domain-with-custom-r-image", 
  "VpcId": "<vpc-id>", 
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  "SubnetIds": [ 
    "<subnet-ids>" 
  ], 
  "DomainSettings": { 
    "RStudioServerProDomainSettings": { 
      "DomainExecutionRoleArn": "<execution-role>" 
    } 
  }, 
  "DefaultUserSettings": { 
    "ExecutionRole": "<execution-role>", 
    "RSessionAppSettings": { 
      "CustomImages": [ 
        { 
         "AppImageConfigName": "rstudio-custom-config", 
         "ImageName": "rstudio-custom-image" 
        } 
      ] 
     } 
  }, 
  "AuthMode": "IAM"
}

4. Crea el dominio con la SageMaker imagen personalizada adjunta.

aws sagemaker create-domain \ 
    --cli-input-json file://create-domain-input.json

Respuesta:

{ 
    "DomainArn": "arn:aws:sagemaker:region:acct-id:domain/domain-id", 
    "Url": "https://domain-id.studio.region.sagemaker.aws/..."
}

Adjunta la SageMaker imagen a un dominio existente

En este método se da por sentado que ya se ha incorporado al dominio. Para obtener más 
información, consulte Descripción general SageMaker de Amazon Domain.
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Note

Debe eliminar todas las aplicaciones del dominio antes de actualizarlo con la nueva versión 
de la imagen. Para obtener información acerca de cómo eliminar estas aplicaciones, 
consulteEliminar un SageMaker dominio de Amazon.

Sigue los siguientes pasos para añadir la SageMaker imagen a tu dominio actual.

• Obtén la tuya DomainID desde la SageMaker consola.

• Utilice DomainID para obtener DefaultUserSettings del dominio.

• Agregue ImageName y AppImageConfig comoCustomImage en DefaultUserSettings.

• Actualice el dominio para incluir la imagen personalizada.

Para añadir la SageMaker imagen personalizada a tu dominio

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio deseado.

5. Seleccione Configuración del dominio.

6. En Configuración general, busque el ID del dominio. El ID tendrá el siguiente formato: d-
xxxxxxxxxxxx.

7. Utilice el ID del dominio para obtener la descripción del dominio.

aws sagemaker describe-domain \ 
    --domain-id <d-xxxxxxxxxxxx>

Respuesta:

{ 
    "DomainId": "d-xxxxxxxxxxxx", 
    "DefaultUserSettings": { 
      "KernelGatewayAppSettings": { 
        "CustomImages": [ 
        ], 
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        ... 
      } 
    }
}

8. Guardar la sección DefaultUserSettings de la respuesta en un archivo denominado
update-domain-input.json.

9. Inserte el ImageName y la AppImageConfigName de los pasos anteriores como imagen 
personalizada. Dado que no se especifica ImageVersionNumber, se utiliza la versión más 
reciente de la imagen, que es la única versión en este caso.

{ 
    "DefaultUserSettings": { 
        "RSessionAppSettings": {  
           "CustomImages": [  
              {  
                 "ImageName": "rstudio-custom-image", 
                 "AppImageConfigName": "rstudio-custom-config" 
              } 
           ] 
        } 
    }
}

10. Utilice el ID del dominio y el archivo de configuración de usuario predeterminado para actualizar 
el dominio.

aws sagemaker update-domain \ 
    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://update-domain-input.json

Respuesta:

{ 
    "DomainArn": "arn:aws:sagemaker:region:acct-id:domain/domain-id"
}

11. Elimine la aplicación RStudioServerPro. Debe reiniciar la aplicación de dominio compartido
RStudioServerPro para que la IU de RStudio Launcher recoja los cambios más recientes.

aws sagemaker delete-app \ 
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    --domain-id <d-xxxxxxxxxxxx> --user-profile-name domain-shared \ 
    --app-type RStudioServerPro --app-name default

12. Cree una nueva aplicación RStudioServerPro. Debe crear esta aplicación mediante AWS 
CLI.

aws sagemaker create-app \ 
    --domain-id <d-xxxxxxxxxxxx> --user-profile-name domain-shared \ 
    --app-type RStudioServerPro --app-name default

Iniciar una imagen personalizada de SageMaker en RStudio

Puede utilizar la imagen personalizada al iniciar una aplicación de RStudio desde la consola. 
Después de crear la imagen personalizada de SageMaker y asociarla a su dominio, la imagen 
aparece en el cuadro de diálogo del selector de imágenes de RStudio Launcher. Para iniciar 
una nueva aplicación de RStudio, siga los pasos que se indican Abrir RStudio Launcher e iniciar 
RSessions y seleccione su imagen personalizada como se muestra en la siguiente imagen.
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Limpiar recursos de imagen

Esta guía muestra cómo limpiar los recursos de imagen de RStudio que creó en las secciones 
anteriores. Para eliminar una imagen, siga estos pasos utilizando la consola de SageMaker o AWS 
CLI, tal como se muestra en esta guía.

• Desasocie la imagen y las versiones de la imagen de un dominio de Amazon SageMaker.

• Elimine la imagen, la versión de la imagen y la configuración de imágenes de la aplicación.

Cuando complete estos pasos puede eliminar la imagen de contenedor y el repositorio de Amazon 
ECR. Para obtener más información sobre cómo eliminar la imagen de contenedor y el repositorio, 
consulte Eliminar un repositorio.
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Limpiar los recursos de la consola de SageMaker

Al desasociar una imagen de un dominio, se desasocian todas las versiones de la imagen. Cuando 
se desasocia una imagen, todos los usuarios del dominio pierden el acceso a las versiones de la 
imagen.

Para eliminar una imagen

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, elija Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio deseado.

5. Seleccione Entorno.

6. En Imágenes personalizadas asociadas al dominio, elija la imagen y, a continuación, elija
Desasociar.

7. (Opcional) Para eliminar la imagen y todas las versiones de SageMaker, seleccioneEliminar 
también las imágenes seleccionadas.... Esto no elimina las imágenes asociadas de Amazon 
ECR.

8. Elija Desasociar.

Limpiar los recursos de AWS CLI

Para limpiar los recursos

1. Desasocie la imagen y las versiones de la imagen del dominio pasando una lista de imágenes 
personalizadas vacía al dominio. Abra el archivo update-domain-input.json que creó en
Adjunta la SageMaker imagen a tu dominio actual.

2. Elimine las imágenes personalizadas de RSessionAppSettings y, a continuación, guarde el 
archivo. No modifique las imágenes personalizadas de KernelGatewayAppSettings.

{ 
    "DomainId": "d-xxxxxxxxxxxx", 
    "DefaultUserSettings": { 
      "KernelGatewayAppSettings": { 
         "CustomImages": [ 
         ], 
         ... 
      }, 
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      "RSessionAppSettings": {  
        "CustomImages": [  
        ], 
        "DefaultResourceSpec": {  
        } 
        ... 
      } 
    }
}

3. Utilice el ID del dominio y el archivo de configuración de usuario predeterminado para actualizar 
el dominio.

aws sagemaker update-domain \ 
    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://update-domain-input.json

Respuesta:

{ 
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}

4. Elimine la configuración de imágenes de la aplicación.

aws sagemaker delete-app-image-config \ 
    --app-image-config-name rstudio-image-config

5. Elimine la imagen de SageMaker, lo que también elimina todas las versiones de la imagen. Las 
imágenes de contenedor de Amazon ECR representadas por las versiones de imagen no se 
eliminan.

aws sagemaker delete-image \ 
    --image-name rstudio-image

Administración de usuarios

Una vez que tu dominio de SageMaker Amazon compatible con RStudio esté en ejecución, puedes 
añadir perfiles de usuario UserProfiles () al dominio. En los temas siguientes se muestra cómo 
crear perfiles de usuario que estén autorizados a usar RStudio, así como cómo actualizar un perfil 
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de usuario existente. Para obtener información sobre cómo eliminar una aplicación o dominio de 
RStudio UserProfile, sigue los pasos de Eliminar un SageMaker dominio de Amazon.

Note

El límite del número total de SageMaker dominios UserProfiles de Amazon es de 60.

Existen dos tipos de usuarios:

• No autorizado: este usuario no puede acceder a la aplicación RStudio. De forma predeterminada, 
un nuevo usuario es Unauthorized si el dominio está habilitado para RStudio.

• Autorizado: este usuario puede acceder a la aplicación RStudio y utilizar una de las licencias de 
RStudio.

Si un usuario está autorizado, se le puede conceder uno de los siguientes niveles de acceso a 
RStudio.

• Usuario de RStudio: es un usuario estándar de RStudio y puede acceder a RStudio.

• Administrador de RStudio: el administrador de tu SageMaker dominio de Amazon tiene la 
capacidad de crear usuarios, añadir usuarios existentes y actualizar los permisos de los usuarios 
existentes. Los administradores también pueden acceder al panel administrativo de RStudio. 
Sin embargo, este administrador no puede actualizar los parámetros gestionados por Amazon 
SageMaker.

Métodos para crear un usuario

En los temas siguientes se muestra cómo crear un usuario en tu dominio de Amazon SageMaker 
habilitado para RStudio.

Cree una consola de usuario

Para crear un usuario en tu SageMaker Amazon Domain compatible con RStudio desde la consola, 
sigue los pasos que se indican a continuación. Adición de perfiles de usuario

Crear CLI de usuario
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El siguiente comando muestra cómo añadir usuarios a un SageMaker dominio de Amazon con 
autenticación de IAM. Un usuario puede pertenecer al grupo de usuarios R_STUDIO_USER o al grupo 
de R_STUDIO_ADMIN usuarios.

aws sagemaker create-user-profile --region <REGION> \ 
    --domain-id <DOMAIN-ID> \ 
    --user-profile-name <USER_PROFILE_NAME-ID> \ 
    --user-settings RStudioServerProAppSettings={UserGroup=<USER-GROUP>}

El siguiente comando muestra cómo añadir usuarios a un SageMaker dominio de Amazon con 
autenticación mediante IAM Identity Center. Un usuario puede pertenecer al grupo de usuarios
R_STUDIO_USER o al grupo de R_STUDIO_ADMIN usuarios.

aws sagemaker create-user-profile --region <REGION> \ 
    --domain-id <DOMAIN-ID> \ 
    --user-profile-name <USER_PROFILE_NAME-ID> \ 
    --user-settings RStudioServerProAppSettings={UserGroup=<USER-GROUP>} \ 
    --single-sign-on-user-identifier UserName \ 
    --single-sign-on-user-value <USER-NAME>

Actualización de usuario existente

No puede actualizar la autorización de un usuario existente. Debe eliminar el usuario existente y 
crear uno nuevo con la autorización actualizada.

Inicie sesión en RStudio como otro usuario

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione el dominio que contiene el perfil de usuario.

5. Seleccione un nombre de usuario de la lista de usuarios. Esto abre una nueva página con 
detalles sobre el perfil de usuario y las aplicaciones que se están ejecutando.

6. Selecciona Iniciar.

7. En el menú desplegable, selecciona RStudio para lanzar una instancia de RStudio.

Finalice las sesiones de otro usuario
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1. De la lista de aplicaciones en ejecución, identifique aquella que desee eliminar.

2. Haga clic en el botón Eliminar aplicación correspondiente a la aplicación que vaya a eliminar.

Elimina otro usuario

No puede eliminar un usuario si el usuario está ejecutando alguna aplicación. Elimine todas las 
aplicaciones antes de intentar eliminar un usuario.

1. En la página de perfil de usuario, selecciona Editar. Se abrirá una nueva página de configuración 
general.

2. En Eliminar usuario, selecciona Eliminar usuario.

Panel de administración de RStudio

En este tema se muestra cómo acceder al panel de administración de RStudio y cómo utilizarlo. 
Con el panel administrativo de RStudio, los administradores pueden gestionar los usuarios y las 
RSessions, así como ver información sobre el uso de las instancias de RStudio Server y Amazon 
Logs. CloudWatch

Iniciar el panel de administración de RStudio

La autorización R_STUDIO_ADMIN permite al usuario acceder al panel de administración de RStudio. 
Un usuario R_STUDIO_ADMIN puede acceder al panel de administración de RStudio sustituyendo 
manualmente workspaces por admin en su URL de RStudio. A continuación, se muestra cómo 
modificar la URL para acceder al panel de administración de RStudio.

Por ejemplo, la siguiente URL de RStudio:

https://<DOMAIN-ID>.studio.us-east-2.sagemaker.aws/rstudio/default/s/<SESSION-ID>/
workspaces

Se puede convertir en:

https://<DOMAIN-ID>.studio.us-east-2.sagemaker.aws/rstudio/default/s/<SESSION-ID>/admin

Pestaña Panel

Esta pestaña ofrece una descripción general del uso de las instancias de RStudio Server, así como 
información sobre el número de RSessions activas.
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Pestaña Sesiones

Esta pestaña proporciona información sobre las RSessions activas, como el usuario que las inició, el 
tiempo que han estado ejecutándose y el uso de recursos.

Pestaña Usuarios

Esta pestaña proporciona información sobre los usuarios autorizados de RStudio en el dominio, 
como la hora en que se inició la última RSession y el uso de recursos.

Pestaña Estadísticas

Esta pestaña contiene información sobre el uso de su instancia de RStudio Server.

Pestaña Registros

Esta pestaña muestra CloudWatch los registros de Amazon para la instancia de RStudio Server. 
Para obtener más información sobre el registro de eventos con Amazon CloudWatch Logs, consulta
¿Qué es Amazon CloudWatch Logs? .

Cerrar y reiniciar RStudio

Para cerrar y reiniciar Posit Workbench y la aplicación RStudioServerPro asociada, primero debe 
cerrar todas las RSessions existentes. Puede cerrar las aplicaciones de RSessionGateway desde 
RStudio. A continuación puede cerrar la aplicación RStudioServerPro mediante AWS CLI. Una 
vez cerrada la aplicación RStudioServerPro, debe volver a abrir RStudio a través de la consola de 
SageMaker.

Se perderá la información del bloc de notas que no se haya guardado. Los datos de usuario del 
volumen de Amazon EFS no se ven afectados.

Note

Si utiliza una imagen personalizada con RStudio, asegúrese de que la imagen de docker 
utiliza una versión de RStudio que sea compatible con la versión de Posit Workbench que 
utiliza SageMaker después de reiniciar la aplicación RStudioServerPro.

Los siguientes temas muestran cómo cerrar las aplicaciones RSessionGateway y RStudioServerPro 
y reiniciarlas.
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Suspender RSessions

Siga este procedimiento para suspender todas sus RSessions.

1. En RStudio Launcher, identifique la RSession que desea suspender.

2. Seleccione Suspender la sesión.

3. Repita esta operación para todas las RSessions.

Eliminar RSessions

Siga este procedimiento para cerrar todas sus RSessions.

1. En RStudio Launcher, identifique la RSession que desea eliminar.

2. Seleccione Salir de la sesión. Se abrirá una nueva ventana Salir de la sesión.

3. En la ventana Salir de la sesión, seleccione Forzar salida para finalizar todos los procesos 
secundarios de la sesión.

4. Seleccione Salir de la sesión para confirmar la eliminación de la sesión.

5. Repita esta operación para todas las RSessions.

Eliminar la aplicación RStudioServerPro

Ejecute los siguientes comandos desde AWS CLI para eliminar y reiniciar la aplicación 
RStudioServerPro.

1. Elimine la aplicación RStudioServerPro con su ID de dominio actual.

aws sagemaker delete-app \ 
    --domain-id <domainId> \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

2. Vuelva a crear la aplicación RStudioServerPro.

aws sagemaker create-app \ 
    --domain-id <domainId> \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
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    --app-name default

Gestionar la facturación y el costo

Para realizar un seguimiento de los costos asociados a su entorno de RStudio puede utilizar el 
servicio AWS Billing and Cost Management. AWS Billing and Cost Management proporciona 
herramientas útiles que ayudan a recopilar información relacionada con los costos y el uso, analizar 
los generadores de costos y las tendencias de uso, y tomar medidas para presupuestar el gasto. 
Para obtener más información, consulte la documentación sobre What is AWS Billing and Cost 
Management?

A continuación, se describen los componentes necesarios para ejecutar RStudio en Amazon 
SageMaker y cómo cada componente influye en la facturación de la instancia de RStudio.

• Licencia de RStudio: debe adquirir una licencia de RStudio. No hay cargos adicionales por utilizar 
la licencia de RStudio con Amazon SageMaker. Para obtener más información acerca de la 
licencia de RStudio, consulte Licencia de RStudio.

• RSession: son sesiones de trabajo de RStudio iniciadas por usuarios finales. Se le facturará 
mientras está en ejecución la RSession.

• RStudio Server: un servidor de múltiples inquilinos gestiona todas las RSessions. Puede elegir el 
tipo de instancia en el que ejecutar RStudio Server y pagar los costos relacionados. La instancia 
predeterminada, "sistema", es gratuita, pero puede pagar por niveles superiores. Para obtener más 
información sobre los tipos de instancias disponibles para su RStudio Server, consulte Tipo de 
StudioServerPro instancia R.

Seguimiento de la facturación en el nivel de usuario

Para realizar un seguimiento de la facturación en el nivel de usuario mediante etiquetas de 
asignación de costos, consulte Uso de etiquetas de asignación de costos.

Diagnosticar problemas y obtener asistencia

En las siguientes secciones se explica cómo diagnosticar problemas de RStudio en Amazon 
SageMaker. Para obtener asistencia para RStudio en Amazon SageMaker, póngase en contacto con 
el soporte técnico de Amazon SageMaker. Si necesita ayuda para comprar una licencia de RStudio o 
modificar el número de licencias, póngase en contacto con sales@rstudio.com.
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Actualizar la versión

Si recibe una advertencia de que hay una discrepancia de versiones entre las aplicaciones RSession 
y RStudioServerPro, debe actualizar la versión de la aplicación RStudioServerPro. Para obtener más 
información, consulte Actualizar la versión de RStudio.

Ver métricas y registros

Puede supervisar el rendimiento del flujo de trabajo mientras utiliza RStudio en Amazon SageMaker. 
Consulte los registros de datos y la información sobre las métricas con el panel de administración de 
RStudio o Amazon CloudWatch.

Consulte los registros de RStudio desde el panel de administración de RStudio

Puede ver las métricas y los registros directamente desde el panel de administración de RStudio.

1. Inicie sesión en su dominio de Amazon SageMaker.

2. Navegue hasta el panel de administración de RStudio siguiendo los pasos que se indican en
Panel de administración de RStudio.

3. Seleccione la pestaña Registros.

Ver los registros de RStudio desde los Registros de Amazon CloudWatch

Amazon CloudWatch supervisa los recursos de AWS y las aplicaciones que ejecuta en AWS en 
tiempo real. Puede utilizar Amazon CloudWatch para recopilar y hacer un seguimiento de métricas, 
que son las variables que puede medir en los recursos y las aplicaciones. Para garantizar que sus 
aplicaciones de RStudio tengan permisos para Amazon CloudWatch, debe incluir los permisos 
descritos en Descripción general SageMaker de Amazon Domain. No es necesario realizar ninguna 
configuración para recopilar Registros de Amazon CloudWatch.

Los siguientes pasos muestran cómo ver los Registros de Amazon CloudWatch para la RSession.

Estos registros se pueden encontrar en el flujo de registro /aws/sagemaker/studio en la consola 
de AWS CloudWatch.

1. Abra la consola de CloudWatch en https://console.aws.amazon.com/cloudwatch/.

2. Seleccione Logs desde el lado izquierdo. En el menú desplegable, seleccione Log groups.

3. En la pantalla Log groups, busque aws/sagemaker/studio. Seleccione el grupo de 
registro.
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4. En la pantalla aws/sagemaker/studio Log group, navegue hasta la pestaña Log 
streams.

5. Para buscar los registros de su dominio, busque Log streams utilizando el siguiente formato:

<DomainId>/domain-shared/rstudioserverpro/default

Utilizar RStudio en Amazon SageMaker

Gracias a la compatibilidad con RStudio de Amazon SageMaker puede implementar sus flujos 
de trabajo de producción y aprovechar las características de SageMaker. Los siguientes temas 
muestran cómo iniciar una sesión de RStudio y completar los principales flujos de trabajo. Para 
obtener información sobre la administración de RStudio en SageMaker, consulte Administrar RStudio 
en Amazon SageMaker.

Para obtener información sobre los pasos de incorporación para crear un dominio de Amazon 
SageMaker con RStudio habilitado, consulte Descripción general SageMaker de Amazon Domain. 

Para obtener información sobre las regiones AWS en las que se admite RStudio en SageMaker, 
consulte Regiones y cuotas admitidas. 

Temas

• Colaborar en RStudio

• Imagen de Base R

• Coubicación de aplicaciones RSession

• Abrir RStudio Launcher e iniciar RSessions

• Publicar en RStudio Connect

• Accede a SageMaker las funciones de Amazon con RStudio en Amazon SageMaker

Colaborar en RStudio

Para compartir un proyecto de RStudio, puede conectar RStudio a su repositorio de Git. Para obtener 
información sobre cómo configurarlo, consulte Control de versiones con Git y SVN.

Nota: El uso compartido de proyectos y la colaboración en tiempo real no se admiten actualmente 
cuando se utiliza RStudio en Amazon SageMaker. 
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Imagen de Base R

Cuando se inicia una instancia de RStudio, la imagen de Base R sirve de base para la instancia. Esta 
imagen amplía la imagen de Docker r-session-complete. 

Esta imagen de Base R incluye lo siguiente:

• R v4.0 o superior

• Paquetes awscli, sagemaker y boto3 de Python

• Paquete reticulado para integración de R SDK

Coubicación de aplicaciones RSession

Los usuarios pueden crear varias aplicaciones RSession en la misma instancia. Cada tipo de 
instancia admite hasta cuatro aplicaciones RSession coubicadas. Esto se aplica a cada usuario de 
forma independiente. Por ejemplo, si dos usuarios crean aplicaciones, SageMaker asigna distintas 
instancias subyacentes a cada usuario. Cada una de estas instancias admitiría 4 aplicaciones 
RSession.

Los clientes solo pagan por el tipo de instancia utilizado, independientemente del número de 
aplicaciones Rsession que se ejecuten en la instancia. Si un usuario crea una RSession con un tipo 
de instancia asociado diferente, se crea una nueva instancia subyacente.

Abrir RStudio Launcher e iniciar RSessions

En los siguientes temas se muestra cómo utilizar RStudio Launcher para iniciar RSessions.

Abrir RStudio Launcher

Abra el lanzador de RStudio mediante el siguiente conjunto de procedimientos que se adapten a su 
entorno.

Abre RStudio Launcher desde Amazon Console SageMaker

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. Seleccione RStudio en el panel de navegación izquierdo.

3. En Introducción, seleccione el dominio y perfil de usuario que desea iniciar.

4. Seleccione Lanzar RStudio.

Utilizar RStudio en Amazon SageMaker 1288

https://hub.docker.com/r/rstudio/r-session-complete
https://rstudio.github.io/reticulate/
https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guía para desarrolladores

Abre RStudio Launcher desde Amazon Studio SageMaker

1. Ve a Studio siguiendo los pasos que se indican. Lanza Amazon SageMaker Studio

2. En Aplicaciones, selecciona RStudio.

3. En la página de inicio de RStudio, elija Iniciar aplicación.

Abrir RStudio Launcher desde AWS CLI

El procedimiento para abrir RStudio Launcher mediante AWS CLI varía según el método utilizado 
para administrar a los usuarios.

Centro de identidades de IAM

1. Usa el portal de AWS acceso para abrir tu SageMaker dominio de Amazon.

2. Modifique la ruta URL a "/rstudio/default" de la siguiente manera.

#Studio URL
https://<domain-id>.studio.<region>.sagemaker.aws/jupyter/default/lab

#modified URL
https://<domain-id>.studio.<region>.sagemaker.aws/rstudio/default

IAM

Para abrir RStudio Launcher desde AWS CLI en modo IAM, siga este procedimiento.

1. Cree una URL prefirmada con el siguiente comando.

aws sagemaker create-presigned-domain-url --region <REGION> \ 
    --domain-id <DOMAIN-ID> \ 
    --user-profile-name <USER-PROFILE-NAME>

2. Añada &redirect=R StudioServerPro a la URL generada.

3. Vaya a la URL actualizada.

Lanzar RSessions

Después de lanzar RStudio Launcher puede crear una nueva RSession.
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1. Seleccione Nueva sesión.

2. Introduzca un Nombre de sesión.

3. Seleccione un tipo de instancia en la que se ejecute su RSession. El valor predeterminado es
ml.t3.medium.

4. Seleccione una imagen que su RSession utilice como kernel.

5. Haga clic en Iniciar sesión.

6. Después de crear la sesión, puede iniciarla seleccionando su nombre. 

Note

Si recibe una advertencia de que hay una discordancia de versiones entre sus 
StudioServerPro aplicaciones RSession y R, debe actualizar la versión de su aplicación 
R. StudioServerPro Para obtener más información, consulte Actualizar la versión de 
RStudio.

Suspender RSessions

1. En RStudio Launcher, identifique la RSession que desea suspender.

2. Seleccione Suspender la sesión.

Eliminar RSessions

1. En RStudio Launcher, identifique la RSession que desea eliminar.

2. Seleccione Salir de la sesión. Se abrirá una nueva ventana Salir de la sesión.

3. En la ventana Salir de la sesión, seleccione Forzar salida para finalizar todos los procesos 
secundarios de la sesión.

4. Seleccione Salir de la sesión para confirmar la eliminación de la sesión.

Publicar en RStudio Connect

RStudio Connect permite a los científicos de datos publicar información, paneles y aplicaciones web 
de RStudio en Amazon SageMaker. Para obtener más información, consulte Alojar RStudio Connect 
y Package Manager para desarrollo de ML en RStudio en Amazon SageMaker.
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Para obtener más información sobre RStudio Connect, consulte la Guía del usuario de RStudio 
Connect.

Accede a SageMaker las funciones de Amazon con RStudio en Amazon SageMaker

Una de las ventajas de usar RStudio en Amazon SageMaker es la integración de las SageMaker 
funciones de Amazon. Esto incluye la integración con Amazon SageMaker Studio Classic y 
Reticulate.

Usa Amazon SageMaker Studio Classic y RStudio en Amazon SageMaker

Sus instancias Amazon SageMaker Studio Classic y RStudio comparten el mismo sistema de 
archivos Amazon EFS. Esto significa que se puede acceder a los archivos que importe y cree 
con Studio Classic mediante RStudio y viceversa. Esto le permite trabajar en los mismos archivos 
con Studio Classic y RStudio sin tener que mover los archivos entre ambos. Para obtener más 
información sobre este flujo de trabajo, consulta el blog Anunciing Fully Managed RStudio on 
Amazon SageMaker for Data Scientists.

Usa Amazon SageMaker SDK con reticulate

El paquete reticulado se utiliza como una interfaz R para el SDK de Amazon SageMaker Python
para realizar llamadas de API a Amazon. SageMaker El paquete reticulado traduce entre objetos R y 
Python, y Amazon SageMaker proporciona un entorno de ciencia de datos sin servidor para entrenar 
e implementar modelos de Machine Learning (ML) a escala. Para obtener más información sobre el 
paquete reticulado, consulte Interfaz R con Python.

Para ver un blog que describe cómo usar el paquete reticulado con Amazon SageMaker, consulta 
Cómo usar R con Amazon. SageMaker

En los ejemplos siguientes se muestra cómo utilizar reticulado para casos de uso específicos.

• Para ver un cuaderno que describe cómo usar la reticulación para realizar transformaciones por 
lotes y hacer predicciones, consulte Transformación por lotes con R con Amazon. SageMaker

• Para ver un cuaderno que describe cómo usar la reticulación para realizar ajustes de 
hiperparámetros y generar predicciones, consulte Optimización de hiperparámetros con R con 
Amazon. SageMaker
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Cómo empezar a usar el editor de código en Amazon SageMaker 
Studio

El editor de código, basado en Code-OSS, Visual Studio Code (código abierto) le ayuda a escribir, 
probar, depurar y ejecutar su código de análisis y aprendizaje automático. El editor de código se 
extiende y se integra completamente con Amazon SageMaker Studio. También es compatible con las 
extensiones del entorno de desarrollo integrado (IDE) disponibles en Open VSX Registry.

El editor de código tiene preinstalada la extensión AWSToolkit for VS Code, que permite las 
conexiones Servicios de AWS a un generador de código de uso general impulsado por el aprendizaje 
automático que proporciona recomendaciones de código en tiempo real. Amazon CodeWhisperer
Para obtener más información sobre las extensiones, consulte. Conexiones y extensiones del editor 
de código

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

Para iniciar el editor de código, cree un espacio privado en el editor de código. El espacio 
Code Editor utiliza una única instancia de Amazon Elastic Compute Cloud (Amazon EC2) para 
el procesamiento y un único volumen de Amazon Elastic Block Store (Amazon EBS) para el 
almacenamiento. Todo lo que hay en su espacio, como el código, el perfil de Git y las variables 
de entorno, se almacena en el mismo volumen de Amazon EBS. El volumen tiene 3000 IOPS y 
un rendimiento de 125 MBps. El administrador ha configurado los ajustes de almacenamiento 
predeterminados de Amazon EBS para su espacio.

El tamaño de almacenamiento predeterminado es de 5 GB, pero el administrador puede aumentar 
la cantidad de espacio disponible. Para obtener más información, consulte Cambie el tamaño de 
almacenamiento predeterminado.

Puede aumentar o reducir la escala del proceso cambiando el tipo de instancia de Amazon EC2 que 
ejecuta la aplicación de editor de código. Antes de cambiar el tipo de instancia asociado, primero 
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debe detener su espacio en el editor de código. Para obtener más información, consulte Instancias e 
imágenes de la aplicación Code Editor.

El administrador puede proporcionarte una configuración del ciclo de vida para personalizar tu 
entorno. Puede especificar la configuración del ciclo de vida al crear el espacio. Para obtener más 
información, consulte Configuraciones del ciclo de vida de Code.

También puede traer su propio sistema de almacenamiento de archivos si tiene un volumen de 
Amazon EFS.

Temas

• Guía de usuario del editor de código

• Guía del administrador del editor de código

Guía de usuario del editor de código

Los temas de esta sección proporcionan guías sobre el uso del editor de código, que incluyen 
cómo iniciar recursosServicios de AWS, agregar conexiones y cerrarlos, entre otros. Tras crear un 
espacio de editor de código, puede acceder a su sesión de editor de código directamente a través 
del navegador.

En su entorno de editor de código, puede hacer lo siguiente:
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• Acceda a todos los artefactos que persisten en su directorio principal

• Clona tus GitHub repositorios y realiza los cambios

• Accede al SDK SageMaker Python

Puedes volver a Studio para revisar cualquier recurso creado en tu entorno de editor de código, 
como experimentos, procesos o trabajos de formación.

Temas

• Comprueba la versión del editor de código

• Instancias e imágenes de la aplicación Code Editor

• Inicie una aplicación de edición de código en Studio

• Inicie una aplicación de edición de código mediante el AWS CLI

• Clona un repositorio en el editor de código

• Conexiones y extensiones del editor de código

• Cierre sesión y cierre los recursos

Comprueba la versión del editor de código

Los siguientes pasos muestran cómo comprobar la versión de la aplicación de edición de código.

Para comprobar la versión de la aplicación Code Editor

1. Abre y ejecuta un espacio de edición de código y navega hasta la interfaz de usuario de la 
aplicación de edición de código. Para obtener más información, consulte Inicie una aplicación de 
edición de código en Studio.

2. En la esquina superior izquierda de la interfaz de usuario del editor de código, selecciona el 
botón de menú 

() .
A continuación, selecciona Ayuda. A continuación, selecciona Acerca de.
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Note

La versión actual del editor de SageMaker código se basa en la versión 1.83.1 deCode-OSS, 
Visual Studio Code -. Open Source

Instancias e imágenes de la aplicación Code Editor

Solo algunas instancias son compatibles con las aplicaciones de edición de código. Puedes elegir el 
tipo de instancia que sea compatible con tu caso de uso en el menú desplegable Instancia.

Las instancias de Fast Launch se inician mucho más rápido que las demás instancias. Para obtener 
más información sobre los tipos de instancias de lanzamiento rápido en Studio,Tipos de instancias de 
Studio Classic disponibles.

Note

Si utilizas un tipo de instancia de GPU al configurar tu aplicación de editor de código, también 
debes usar una imagen basada en la GPU. La interfaz de usuario del espacio Code Editor 
selecciona automáticamente una imagen compatible al seleccionar el tipo de instancia.

Dentro de un espacio, sus datos se almacenan en un volumen de Amazon EBS que persiste 
independientemente de la vida útil de la instancia. No perderá sus datos cuando cambie de instancia. 
Si tu espacio en el editor de código lo esRunning, debes detenerlo antes de cambiar los tipos de 
instancias.

En la siguiente tabla, se muestran los ARN de las imágenes de CPU y GPU del editor de código 
disponibles para cada región.

Región CPU GPU

us-east-1 arn:aws:sagemaker:us-
east-1:885854791233:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:us-
east-1:885854791233:image/
sagemaker-distribution-gpu

us-east-2 arn:aws:sagemaker:us-
east-2:37914896644:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:us-
east-2:37914896644:image/
sagemaker-distribution-gpu
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us-west-1 arn:aws:sagemaker:us-
west-1:053634841547:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:us-
west-1:053634841547:image/
sagemaker-distribution-gpu

us-west-2 arn:aws:sagemaker:us-
west-2:542918446943:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:us-
west-2:542918446943:image/
sagemaker-distribution-gpu

af-south-1 arn:aws:sagemaker:af-south- 
1:238384257742:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:af-south- 
1:238384257742:image/
sagemaker-distribution-gpu

ap-east-1 arn:aws:sagemaker:ap-
east-1:523751269255:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:ap-
east-1:523751269255:image/
sagemaker-distribution-gpu

ap-south-1 arn:aws:sagemaker:ap-south- 
1:245090515133:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:ap-south- 
1:245090515133:image/
sagemaker-distribution-gpu

ap-northeast-2 arn:aws:sagemaker:ap-northe 
ast-2:064688005998:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-northe 
ast-2:064688005998:image/sa 
gemaker-distribution-gpu

ap-southeast-1 arn:aws:sagemaker:ap-southe 
ast-1:022667117163:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-southe 
ast-1:022667117163:image/sa 
gemaker-distribution-gpu

ap-southeast-2 arn:aws:sagemaker:ap-southe 
ast-2:648430277019:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-southe 
ast-2:648430277019:image/sa 
gemaker-distribution-gpu

ap-northeast-1 arn:aws:sagemaker:ap-northe 
ast-1:010972774902:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-northe 
ast-1:010972774902:image/sa 
gemaker-distribution-gpu

ca-central-1 arn:aws:sagemaker:ca-centra 
l-1:481561238223:image/sage 
maker-distribution-cpu

arn:aws:sagemaker:ca-centra 
l-1:481561238223:image/sage 
maker-distribution-gpu
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eu-central-1 arn:aws:sagemaker:eu-centra 
l-1:545423591354:image/sage 
maker-distribution-cpu

arn:aws:sagemaker:eu-centra 
l-1:545423591354:image/sage 
maker-distribution-gpu

eu-west-1 arn:aws:sagemaker:eu-
west-1:819792524951:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-
west-1:819792524951:image/
sagemaker-distribution-gpu

eu-west-2 arn:aws:sagemaker:eu-
west-2:021081402939:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-
west-2:021081402939:image/
sagemaker-distribution-gpu

eu-west-3 arn:aws:sagemaker:eu-
west-3:856416204555:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-
west-3:856416204555:image/
sagemaker-distribution-gpu

eu-north-1 arn:aws:sagemaker:eu-north- 
1:175620155138:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-north- 
1:175620155138:image/
sagemaker-distribution-gpu

eu-south-1 arn:aws:sagemaker:eu-south- 
1:810671768855:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-south- 
1:810671768855:image/
sagemaker-distribution-gpu

sa-east-1 arn:aws:sagemaker:sa-
east-1:567556641782:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:sa-
east-1:567556641782:image/
sagemaker-distribution-gpu

ap-northeast-3 arn:aws:sagemaker:ap-northe 
ast-3:564864627153:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-northe 
ast-3:564864627153:image/sa 
gemaker-distribution-gpu

ap-southeast-3 arn:aws:sagemaker:ap-southe 
ast-3:370607712162:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-southe 
ast-3:370607712162:image/sa 
gemaker-distribution-gpu

me-south-1 arn:aws:sagemaker:me-south- 
1:523774347010:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:me-south- 
1:523774347010:image/
sagemaker-distribution-gpu
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me-central-1 arn:aws:sagemaker:me-centra 
l-1:358593528301:image/sage 
maker-distribution-cpu

arn:aws:sagemaker:me-centra 
l-1:358593528301:image/sage 
maker-distribution-gpu

il-central-1 arn:aws:sagemaker:il-centra 
l-1:080319125002:image/sage 
maker-distribution-cpu

arn:aws:sagemaker:il-centra 
l-1:080319125002:image/sage 
maker-distribution-gpu

cn-north-1 arn:aws:sagemaker:cn-north- 
1:674439102856:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:cn-north- 
1:674439102856:image/
sagemaker-distribution-gpu

cn-northwest-1 arn:aws:sagemaker:cn-northw 
est-1:651871951035:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:cn-northw 
est-1:651871951035:image/sa 
gemaker-distribution-gpu

us-gov-west-1 arn:aws:sagemaker:us-gov-we 
st-1:300992924816:image/sag 
emaker-distribution-cpu

arn:aws:sagemaker:us-gov-we 
st-1:300992924816:image/sag 
emaker-distribution-gpu

us-gov-east-1 arn:aws:sagemaker:us-gov-ea 
st-1:300993876623:image/sag 
emaker-distribution-cpu

arn:aws:sagemaker:us-gov-ea 
st-1:300993876623:image/sag 
emaker-distribution-gpu

Si encuentra límites de instancias, póngase en contacto con su administrador. Para obtener más 
almacenamiento y procesamiento para un usuario, los administradores pueden solicitar un aumento 
de AWS las cuotas de un usuario. Para obtener más información sobre cómo solicitar un aumento de 
cuota, consulta los  SageMaker puntos de conexión y las cuotas de Amazon.

Inicie una aplicación de edición de código en Studio

Para configurar tu entorno de desarrollo integrado con el editor de código y acceder a él a través 
de Studio, debes crear un espacio de editor de código. Para obtener más información sobre los 
espacios de Studio, consulteEspacios de Amazon SageMaker Studio.
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El siguiente procedimiento muestra cómo crear y ejecutar un espacio del editor de código.

Para crear y ejecutar un espacio de editor de código

1. Inicie la experiencia de Studio actualizada. Para obtener más información, consulte Launch 
Amazon SageMaker Studio.

2. Realice una de las acciones siguientes:

• En la interfaz de usuario actualizada de Amazon SageMaker Studio, selecciona Editor de 
código en el menú Aplicaciones.

• En la interfaz de usuario actualizada de Amazon SageMaker Studio, selecciona los espacios 
de View Code Editor en la sección Descripción general de la página de inicio de Studio.

3. En la esquina superior derecha de la página de inicio del editor de código, selecciona Crear 
espacio de editor de código.

4. Introduce un nombre para el espacio del editor de código. El nombre debe tener entre 1 y 62 
caracteres y debe incluir únicamente letras, números y guiones.

5. Selecciona Crear espacio.

6. Una vez creado el espacio, dispone de algunas opciones antes de decidir ejecutarlo:
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• Puede editar el almacenamiento (GB), la configuración del ciclo de vida o adjuntar ajustes 
personalizados del sistema de archivos EFS. Las opciones para estos ajustes están 
disponibles según las especificaciones del administrador.

• En el menú desplegable Instancia, puede elegir el tipo de instancia más compatible con su 
caso de uso.

Si utilizas un tipo de instancia de GPU al configurar la aplicación de edición de código, 
también debes usar una imagen basada en la GPU. Dentro de un espacio, sus datos se 
almacenan en un volumen de Amazon EBS que persiste independientemente de la vida útil 
de la instancia. No perderá sus datos cuando cambie de instancia.

Note

Para actualizar la configuración del espacio, primero debes detener tu espacio.

7. Tras actualizar la configuración, selecciona Run Space en la página de detalles del espacio.

8. Cuando el estado del espacio estéRunning, selecciona Open Code Editor para ir a la sesión de 
Code Editor.

En la página de inicio de Code Editor Studio, puede filtrar y gestionar los espacios existentes.
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Para administrar los espacios del editor de código

1. Ve a la página de inicio de Code Editor Studio y filtra tus espacios del editor de código por
Private to me o Running.

2. Realice una de las acciones siguientes:

• En la página de inicio de Code Editor Studio, en la fila del nombre del espacio que elijas, 
puedes detener, iniciar o abrir ese espacio en la columna Acción.

• Elija el nombre de un espacio en la página de inicio de Code Editor Studio. Esto lo llevará a 
la página de detalles del espacio, donde también podrá detener, iniciar o abrir ese espacio o 
actualizar la configuración del espacio.

Inicie una aplicación de edición de código mediante el AWS CLI

Para configurar su entorno de desarrollo integrado con el editor de código y acceder a él a través de 
AWS Command Line Interface (AWS CLI), debe crear un espacio de editor de código. Asegúrese de 
cumplirlos Requisitos previos antes de seguir los siguientes pasos. Utilice el siguiente procedimiento 
para crear y ejecutar un espacio de editor de código.

Para crear y ejecutar un espacio de editor de código

1. Acceda a un espacio mediante AWS Identity and Access Management (IAM) o AWS IAM 
Identity Center autenticación. Para obtener más información sobre cómo acceder a los espacios 
mediante la entradaAWS CLI, consulte Acceder a los espacios mediante la entrada AWS 
Command Line Interface. Espacios de Amazon SageMaker Studio

2. Cree una aplicación y CodeEditor especifíquela como tal app-type mediante el siguiente 
comando.

Si utilizas un tipo de instancia de GPU al crear tu aplicación de editor de código, también debes 
usar una imagen basada en la GPU.

aws sagemaker create-app \
--domain-id domain-id \
--space-name space-name \
--app-type CodeEditor \
--app-name default \
--resource-spec "SageMakerImageArn=arn:aws:sagemaker:region:account-
id:image/sagemaker-distribution-cpu"

Guía de usuario del editor de código 1301



Amazon SageMaker Guía para desarrolladores

Para obtener más información sobre los ARN de imagen del editor de código disponibles, 
consulte. Instancias e imágenes de la aplicación Code Editor

3. Una vez que la aplicación Code Editor esté en servicio, ejecútela mediante una URL prefirmada. 
Puedes usar la describe-app API para comprobar si tu aplicación está en servicio. Usa la
create-presigned-domain-url API para crear una URL prefirmada:

aws sagemaker create-presigned-domain-url \
--domain-id domain-id \
--space-name space-name \
--user-profile-name user-profile-name \
--session-expiration-duration-in-seconds 43200 \
--landing-uri app:CodeEditor:

4. Abre la URL generada para empezar a trabajar en tu aplicación de edición de código.

Clona un repositorio en el editor de código

Puede navegar por las carpetas y clonar un repositorio en la ventana del explorador de la interfaz de 
usuario de la aplicación Code Editor.

Para clonar un repositorio, siga los siguientes pasos:

Para clonar un repositorio

1. Abra la aplicación de edición de código en el navegador y pulse el botón de exploración

( ) 
en el panel de navegación izquierdo.

2. Seleccione Clonar repositorio en la ventana del explorador. A continuación, proporcione la URL 
del repositorio o elija una fuente de repositorio en la solicitud.

3. Elige una carpeta en la que clonar tu repositorio. Tenga en cuenta que la carpeta 
predeterminada del editor de código es/home/sagemaker-user/. La clonación del repositorio 
puede llevar algún tiempo.

4. Para abrir el repositorio clonado, elija Abrir en una ventana nueva o Abrir.

5. Para volver a la página de inicio de la interfaz de usuario de la aplicación Code Editor, 
seleccione Cancelar.
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6. En el repositorio, aparece un mensaje que te pregunta si confías en los autores de los archivos 
del nuevo repositorio. Tienes dos opciones:

a. Para confiar en la carpeta y activar todas las funciones, elija Sí, confío en los autores.

b. Para explorar el contenido del repositorio en modo restringido, selecciona No, no confío en 
los autores.

En el modo restringido, no se permite la ejecución de tareas, la depuración está 
deshabilitada, la configuración del espacio de trabajo no se aplica y las extensiones tienen 
una funcionalidad limitada.

Para salir del modo restringido, confiar en los autores de todos los archivos de la carpeta 
actual o de la carpeta principal y activar todas las funciones, selecciona Administrar en el 
banner del modo restringido.

Conexiones y extensiones del editor de código

El editor de código admite las conexiones IDE y las extensiones disponibles en el Open VSX 
Registry. Servicios de AWS

Conexiones a AWS

Los entornos del editor de código están integrados con el AWSToolkit for VS Code para añadir 
conexionesServicios de AWS. Para empezar con las conexiones aServicios de AWS, debe tener 
credenciales AWS Identity and Access Management (IAM) válidas. Para obtener más información, 
consulte Autenticación y acceso al AWS Toolkit for Visual Studio Code.

En su entorno de editor de código, puede añadir conexiones a:

• AWSExplorer: vea, modifique e implemente AWS recursos en Amazon S3 y más. CloudWatch

El acceso a determinadas funciones de AWS Explorer requiere ciertos AWS permisos. Para 
obtener más información, consulte Autenticación y acceso al AWS Toolkit for Visual Studio Code.

• Amazon CodeWhisperer— Cree aplicaciones más rápido con sugerencias de código impulsadas 
por IA.

Para utilizarlos Amazon CodeWhisperer con el editor de código, debe añadir los siguientes 
permisos a su función de SageMaker ejecución.

{ 
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  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "CodeWhispererPermissions", 
      "Effect": "Allow", 
      "Action": ["codewhisperer:GenerateRecommendations"], 
      "Resource": "*" 
    } 
  ]
}

Para obtener información, consulte Creación de políticas de IAM y Agregar y eliminar permisos de 
identidad de IAM en la Guía del usuario de IAM.

Extensiones

El editor de código admite las extensiones IDE disponibles en Open VSX Registry.

Para empezar a utilizar las extensiones en su entorno de editor de código, seleccione el icono de
extensiones

( ) 
en el panel de navegación izquierdo. Aquí, puede configurar las conexiones AWS instalando elAWS 
Toolkit. Para obtener más información, consulte Instalación de la AWS Toolkit for Visual Studio Code.

En la barra de búsqueda, puede buscar directamente extensiones adicionales a través del Open VSX 
Registry, como JupyterPython, etc. AWS Toolkit

Cierre sesión y cierre los recursos

En la esquina superior izquierda del entorno del editor de código, elija el icono de menú ().

A continuación, elija SageMaker: Cerrar sesión.

Detenga su espacio a través de Studio

Para detener tu espacio en el editor de código en Studio, sigue estos pasos:

Para detener tu espacio de editor de código en Studio

1. Vuelva a la página de inicio del editor de código mediante una de las siguientes acciones:
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a. En la barra de navegación de la esquina superior izquierda, selecciona Editor de código.

b. Como alternativa, en el panel de navegación izquierdo, elija Editor de código en el menú
Aplicaciones.

2. Busque el nombre del espacio del editor de código que ha creado. Si el estado del espacio es 
En ejecución, selecciona Detener en la columna Acción. También puedes detener el espacio 
directamente en la página de detalles del espacio seleccionando Detener espacio. Es posible 
que el espacio tarde algún tiempo en detenerse.

Los recursos adicionales, como los SageMaker puntos de enlace, los clústeres de Amazon EMR 
(Amazon EMR) y los depósitos de Amazon Simple Storage Service (Amazon S3) creados desde 
Studio, no se eliminan automáticamente cuando la instancia de espacio se cierra. Para dejar 
de acumular cargos a partir de los recursos, elimine los recursos adicionales. Para obtener más 
información, consulte Eliminar los recursos no utilizados.

Cierre los recursos mediante el AWS CLI

Puede eliminar la aplicación y el espacio del editor de código con AWS Command Line Interface 
(AWS CLI).

• DeleteApp

• DeleteSpace
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Guía del administrador del editor de código

Puede usar el editor de código con una instancia bajo demanda para acelerar el tiempo de inicio y 
disponer de un almacenamiento configurable. Puede lanzar una aplicación de editor de código a 
través de Amazon SageMaker Studio o a través delAWS CLI. También puede editar la configuración 
predeterminada del editor de código en la consola de dominios. Para obtener más información, 
consulte Visualización y edición de dominios.

Temas

• Requisitos previos

• Ofrezca a sus usuarios acceso a espacios privados

• Cambie el tamaño de almacenamiento predeterminado

• Configuraciones del ciclo de vida de Code

Requisitos previos

Para usar el editor de código, basado en Code-OSS, Visual Studio Code - Open Source, primero 
debe incorporarse a Amazon SageMaker Domain y crear un perfil de usuario. Para obtener más 
información, consulte Descripción general SageMaker de Amazon Domain.

Si va a interactuar con su aplicación de edición de código mediante elAWS CLI, también debe 
cumplir los siguientes requisitos previos.

• Actualice la AWS CLI según los pasos que se indican en Installing the current AWS CLI Version.

• En el equipo local, ejecute aws configure y proporcione sus credenciales de AWS. Para 
obtener información acerca de las credenciales de AWS, consulte Understanding and getting your 
AWS credentials.

Para disponer de más espacio de almacenamiento y procesamiento para su aplicación, puede 
solicitar un aumento de sus AWS cuotas. Para obtener más información sobre cómo solicitar un 
aumento de cuota, consulta los  SageMaker puntos de conexión y las cuotas de Amazon.

Ofrezca a sus usuarios acceso a espacios privados

En esta sección se proporciona una política que otorga a los usuarios el acceso a los espacios 
privados. También puede usar la política para restringir los espacios privados y las aplicaciones 
asociadas a ellos al propietario asociado al perfil de usuario.
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Debe proporcionar a sus usuarios permisos para lo siguiente:

• Espacios privados

• El perfil de usuario necesario para acceder a los espacios privados

Para conceder permisos, adjunte la siguiente política a las funciones de IAM de sus usuarios.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 

      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:app/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioCreatePresignedDomainUrlForUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreatePresignedDomainUrl" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:user-profile/
${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
    }, 
    { 
      "Sid": "SMStudioAppPermissionsListAndDescribe", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:ListApps", 
        "sagemaker:ListDomains", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListSpaces", 
        "sagemaker:DescribeApp", 
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        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeSpace" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "SMStudioAppPermissionsTagOnCreate", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:*/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:TaggingAction": "false" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictSharedSpacesWithoutOwners", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:space/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictSpacesToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
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      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:space/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:$Región de AWS:
$111122223333:user-profile/${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private", 
            "Shared" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictCreatePrivateSpaceAppsToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:app/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:
${aws:Region}:${aws:PrincipalAccount}:user-profile/${sagemaker:DomainId}/
${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private" 
          ] 
        } 
      } 
    }, 
  ]
} 
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Cambie el tamaño de almacenamiento predeterminado

Puede cambiar la configuración de almacenamiento predeterminada de sus usuarios. También 
puede cambiar la configuración de almacenamiento predeterminada en función de los requisitos de 
su organización y las necesidades de sus usuarios.

Para cambiar el tamaño de almacenamiento de sus usuarios, haga lo siguiente:

1. Actualice la configuración de almacenamiento de Amazon EBS en el dominio.

2. Cree un perfil de usuario y especifique la configuración de almacenamiento que contiene.

Utilice el siguiente comando AWS Command Line Interface (AWS CLI) para actualizar el dominio.

aws --region $REGION sagemaker update-domain \
--domain-id $DOMAIN_ID \
--default-user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":5, 
            "MaximumEbsVolumeSizeInGb":100 
        } 
    }
}'                  

Utilice el siguiente AWS CLI comando para crear el perfil de usuario y especificar la configuración de 
almacenamiento predeterminada.

aws --region $REGION sagemaker create-user-profile \
--domain-id $DOMAIN_ID \
--user-profile-name $USER_PROFILE_NAME \
--user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":5, 
            "MaximumEbsVolumeSizeInGb":100 
        } 
    }
}'                    

Utilice los siguientes AWS CLI comandos para actualizar la configuración de almacenamiento 
predeterminada en el perfil de usuario.
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aws --region $REGION sagemaker update-user-profile \
--domain-id $DOMAIN_ID \
--user-profile-name $USER_PROFILE_NAME \
--user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":25, 
            "MaximumEbsVolumeSizeInGb":200 
        } 
    }
}'                

Configuraciones del ciclo de vida de Code

Puedes usar las configuraciones del ciclo de vida del editor de código para automatizar la 
personalización de tu entorno de Studio. Esta personalización incluye la instalación de paquetes 
personalizados, la configuración de extensiones, la precarga de conjuntos de datos y la configuración 
de repositorios de código fuente.

En las siguientes instrucciones, se utiliza el AWS Command Line Interface (AWS CLI) para 
crear, adjuntar, depurar y separar las configuraciones del ciclo de vida para el tipo de aplicación:
CodeEditor

• Cree y adjunte configuraciones del ciclo de vida en Studio

• Depura las configuraciones del ciclo de vida en Studio

• Separe las configuraciones del ciclo de vida en Studio

Cree y adjunte configuraciones del ciclo de vida en Studio

En la siguiente sección, se proporcionan AWS CLI comandos para crear una configuración de ciclo 
de vida, adjuntar una configuración de ciclo de vida al crear un nuevo perfil de usuario y adjuntar una 
configuración de ciclo de vida al actualizar un perfil de usuario. Para ver los requisitos previos y los 
pasos generales para crear y adjuntar configuraciones del ciclo de vida en Studio, consulte. Creación 
y asociación de una configuración del ciclo de vida

Al crear la configuración del ciclo de vida de Studio con el create-studio-lifecycle-config
comando, asegúrate de especificar que es. studio-lifecycle-config-app-type CodeEditor
En el siguiente ejemplo, se muestra cómo crear una nueva configuración del ciclo de vida de Studio 
para la aplicación Code Editor.
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aws sagemaker create-studio-lifecycle-config \
--studio-lifecycle-config-name my-code-editor-lcc \
--studio-lifecycle-config-content $LCC_CONTENT \
--studio-lifecycle-config-app-type CodeEditor 

Tenga en cuenta el ARN de la configuración del ciclo de vida recién creada que se devuelve. Al 
adjuntar una configuración de ciclo de vida, proporcione este ARN en LifecycleConfigArns la 
lista de. CodeEditorAppSettings

Puede adjuntar una configuración de ciclo de vida al crear un perfil de usuario o un dominio. En el 
siguiente ejemplo se muestra cómo crear un perfil de usuario con la configuración del ciclo de vida 
asociada. También puede crear un dominio nuevo con una configuración de ciclo de vida adjunta 
mediante el comando create-domain.

# Create a new UserProfile
aws sagemaker create-user-profile \
--domain-id domain-id \
--user-profile-name user-profile-name \
--user-settings '{
"CodeEditorAppSettings": { 
  "LifecycleConfigArns": 
    [lifecycle-configuration-arn-list] 
  }
}'

También puede adjuntar una configuración de ciclo de vida al actualizar un perfil de usuario o un 
dominio. El siguiente ejemplo muestra cómo actualizar un perfil de usuario con la configuración del 
ciclo de vida adjunta. También puede actualizar un dominio nuevo con una configuración de ciclo de 
vida adjunta mediante el comando update-domain.

# Update a UserProfile
aws sagemaker update-user-profile \
--domain-id domain-id \
--user-profile-name user-profile-name \
--user-settings '{
"CodeEditorAppSettings": { 
  "LifecycleConfigArns": 
    [lifecycle-configuration-arn-list] 
  }
}'
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Depura las configuraciones del ciclo de vida en Studio

Para obtener instrucciones sobre cómo depurar las configuraciones del ciclo de vida en Studio, 
consulte. Depuración de configuraciones del ciclo de vida

Para buscar los registros de una aplicación específica, busque en los flujos de registro con el 
siguiente formato:

domain-id/space-name/CodeEditor/default/LifecycleConfigOnStart

Separe las configuraciones del ciclo de vida en Studio

Para ver los pasos para separar las configuraciones del ciclo de vida en Studio, consulte. Separe las 
configuraciones del ciclo de vida

Para separar una configuración de ciclo de vida mediante elAWS CLI, elimine la configuración 
de ciclo de vida deseada de la lista de configuraciones de ciclo de vida adjunta al recurso. A 
continuación, pase la lista como parte del comando correspondiente:

• update-user-profile

• update-domain

Por ejemplo, el siguiente comando elimina todas las configuraciones del ciclo de vida de la aplicación 
Code Editor adjunta al dominio.

aws sagemaker update-domain --domain-id domain-id \
--default-user-settings '{
"CodeEditorAppSettings": { 
  "LifecycleConfigArns": 
    [] 
  }
}'

Cree una configuración de ciclo de vida para clonar los repositorios en una aplicación de edición de 
código

En esta sección se muestra cómo clonar un repositorio y crear una aplicación de edición de código 
con la configuración del ciclo de vida adjunta.

Guía del administrador del editor de código 1313

https://awscli.amazonaws.com/v2/documentation/api/latest/reference/sagemaker/update-user-profile.html
https://awscli.amazonaws.com/v2/documentation/api/latest/reference/sagemaker/update-domain.html


Amazon SageMaker Guía para desarrolladores

1. Desde su máquina local, cree un archivo denominado my-script.sh con el siguiente 
contenido:

#!/bin/bash
set -eux

2. Clone el repositorio que prefiera en el script de configuración del ciclo de vida.

export REPOSITORY_URL="https://github.com/aws-samples/sagemaker-studio-lifecycle-
config-examples.git"
git -C /home/sagemaker-user clone $REPOSITORY_URL

3. Tras finalizar el script, cree y adjunte la configuración del ciclo de vida. Para obtener más 
información, consulte Cree y adjunte configuraciones del ciclo de vida en Studio.

4. Cree su aplicación de editor de código con la configuración del ciclo de vida adjunta.

aws sagemaker create-app \
--domain-id domain-id \
--space-name space-name \
--app-type CodeEditor \
--app-name default \
--resource-spec "SageMakerImageArn=arn:aws:sagemaker:region:image-account-
id:image/sagemaker-distribution-
cpu,LifecycleConfigArn=arn:aws:sagemaker:region:user-account-id:studio-lifecycle-
config/my-code-editor-lcc,InstanceType=ml.t3.large" 

Para obtener más información sobre los ARN de imagen del editor de código disponibles, 
consulteInstancias e imágenes de la aplicación Code Editor.

Cree una configuración de ciclo de vida para instalar las extensiones del editor de código

En esta sección se muestra cómo crear una configuración de ciclo de vida para instalar extensiones 
del Open VSX Registry en su entorno de editor de código.

1. Desde su máquina local, cree un archivo denominado my-script.sh con el siguiente 
contenido:

#!/bin/bash
set -eux
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2. En el script, instale la extensión Open VSX Registry que prefiera:

sagemaker-code-editor --install-extension AmazonEMR.emr-tools --extensions-dir /
opt/amazon/sagemaker/sagemaker-code-editor-server-data/extensions

Puede recuperar el nombre de la extensión desde la URL de la extensión en el Open VSX
Registry. El nombre de la extensión que se utilizará en el sagemaker-code-editor comando 
debe contener todo el texto que sigue a https://open-vsx.org/extension/ la URL. 
Sustituya todas las instancias de una barra (/) por un punto (.). Por ejemplo, AmazonEMR/emr-
tools debería ser. AmazonEMR.emr-tools

3. Tras finalizar el script, cree y adjunte la configuración de su ciclo de vida. Para obtener más 
información, consulte Cree y adjunte configuraciones del ciclo de vida en Studio.

4. Cree su aplicación de editor de código con la configuración del ciclo de vida adjunta:

aws sagemaker create-app \
--domain-id domain-id \
--space-name space-name \
--app-type CodeEditor \
--app-name default \
--resource-spec "SageMakerImageArn=arn:aws:sagemaker:region:image-account-
id:image/sagemaker-distribution-
cpu,LifecycleConfigArn=arn:aws:sagemaker:region:user-account-id:studio-lifecycle-
config/my-code-editor-lcc,InstanceType=ml.t3.large" 
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Para obtener más información sobre los ARN de imagen del editor de código disponibles, 
consulteInstancias e imágenes de la aplicación Code Editor. Para obtener más información 
sobre las conexiones y extensiones, consulteConexiones y extensiones del editor de código.

SageMaker HyperPod

SageMaker HyperPod le ayuda a aprovisionar clústeres resilientes para ejecutar cargas de trabajo 
de aprendizaje automático (ML) y desarrollar state-of-the-art modelos como modelos de lenguaje 
de gran tamaño (LLM), modelos de difusión y modelos básicos (FM). Acelera el desarrollo de las 
máquinas virtuales al eliminar el trabajo pesado e indiferenciado que supone crear y mantener 
clústeres de cómputo a gran escala alimentados por miles de aceleradores, como AWS Trainium y 
las unidades de procesamiento gráfico (GPU) NVIDIA A100 y H100. Cuando los aceleradores fallan, 
los clústeres que se reparan automáticamente detectan y sustituyen automáticamente el hardware 
defectuoso sobre la marcha para que pueda centrarse en ejecutar cargas de trabajo de aprendizaje 
automático durante semanas y meses sin interrupciones. Además, con SageMaker HyperPod, puede 
personalizar su entorno informático para que se adapte mejor a sus necesidades y configurarlo 
con las bibliotecas de formación SageMaker distribuidas de Amazon para lograr un rendimiento 
óptimoAWS.

Clústeres operativos

Puede crear, configurar y mantener SageMaker HyperPod clústeres de forma gráfica a través de 
la interfaz de usuario (UI) de la consola y mediante programación a través de la interfaz de línea 
de AWS comandos (CLI) o. AWS SDK for Python (Boto3) Con Amazon VPC, puede proteger la red 
de clústeres y, además, aprovechar la configuración del clúster con los recursos de la VPC, como 
Amazon FSx for Lustre, que ofrece el rendimiento más rápido. También puede asignar diferentes 
funciones de IAM a los grupos de instancias del clúster y limitar las acciones que los usuarios y los 
recursos del clúster pueden llevar a cabo. Para obtener más información, consulte the section called 
“Operar SageMaker HyperPod”.

Configurar tu entorno de aprendizaje automático

SageMaker HyperPod ejecutathe section called “SageMaker HyperPod DLAMI”, lo que configura un 
entorno de aprendizaje automático en los HyperPod clústeres. Puede configurar personalizaciones 
adicionales para la DLAMI proporcionando scripts de ciclo de vida que respalden su caso de uso. 
Para obtener más información sobre cómo configurar los scripts de ciclo de vida, consulte y. the 
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section called “Empezando con SageMaker HyperPod” the section called “plantillas de scripts de 
configuración del ciclo de vida”

Programar trabajos

Una vez creado correctamente un HyperPod clúster, los usuarios del clúster pueden iniciar sesión en 
los nodos del clúster (como el nodo principal o controlador, el nodo de inicio de sesión y el nodo de 
trabajo) y programar tareas para ejecutar cargas de trabajo de aprendizaje automático. Para obtener 
más información, consulte the section called “Ejecute trabajos en HyperPod clústeres”.

Resiliencia frente a los fallos de hardware

SageMaker HyperPod ejecuta comprobaciones de estado en los nodos del clúster y proporciona una 
funcionalidad de reanudación automática de la carga de trabajo. Con las funciones de resiliencia 
de los clústeres HyperPod, puede reanudar la carga de trabajo desde el último punto de control 
que haya guardado, después de reemplazar los nodos defectuosos por otros en buen estado en los 
clústeres de más de 16 nodos. Para obtener más información, consulte the section called “Resiliencia 
de los clústeres”.

Registro y administración de clústeres

Puedes encontrar métricas de uso de SageMaker HyperPod recursos y registros del ciclo de vida en 
Amazon CloudWatch y gestionar SageMaker HyperPod los recursos etiquetándolos. Cada ejecución
CreateCluster de la API crea un flujo de registro distinto, cuyo <cluster-name>-<timestamp>
formato se denomina. En el flujo de registro, puede comprobar los nombres de los hosts, el nombre 
de los scripts del ciclo de vida fallidos y los resultados de los scripts fallidos, como stdout ystderr. 
Para obtener más información, consulte the section called “Administración de clústeres”.

Compatible con SageMaker herramientas

Con él SageMaker HyperPod, puede configurar clústeres con las bibliotecas de comunicaciones 
colectivas AWS optimizadas que ofrece SageMaker, como la biblioteca de paralelismo de datos 
SageMaker distribuido (SMDDP). La biblioteca SMDDP implementa la AllGather operación 
optimizada para la infraestructura AWS informática y de red para las instancias de aprendizaje 
SageMaker automático de mayor rendimiento equipadas con las GPU NVIDIA A100. Para obtener 
más información, consulte the section called “Programe trabajos para cargas de trabajo de formación 
distribuidas en SageMaker HyperPod”.

Temas
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• SageMaker HyperPod requisitos previos

• Empezar con SageMaker HyperPod

• Operar SageMaker HyperPod

• Ejecute trabajos en SageMaker HyperPod clústeres

• SageMaker HyperPod resiliencia de clústeres

• SageMaker HyperPod administración de clústeres

• SageMaker HyperPod referencia

• Notas de SageMaker HyperPod lanzamiento de Amazon

SageMaker HyperPod requisitos previos

En las siguientes secciones se explican los requisitos previos que hay que preparar antes de 
empezar. SageMaker HyperPod

Temas

• SageMaker HyperPod cuotas

• Configure los usuarios y las funciones de IAM para SageMaker HyperPod los usuarios y los 
recursos

• Configure AWS Systems Manager y ejecute como para el control de acceso de los usuarios del 
clúster

• (Opcional) Configúrelo SageMaker HyperPod con su Amazon VPC

• (Opcional) Configure SageMaker HyperPod con Amazon FSx para Lustre

SageMaker HyperPod cuotas

Puedes crear SageMaker HyperPod clústeres según las cuotas de uso de clústeres de tu AWS 
cuenta.

Important

Para obtener más información sobre SageMaker HyperPod los precios, consulta the section 
called “SageMaker HyperPod precios” Amazon SageMaker Pricing.
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Vea SageMaker HyperPod las cuotas de Amazon mediante la consola AWS de administración

Busque los valores predeterminados y aplicados de una cuota, también denominada límite, para el
uso del clúster, para el que se utiliza SageMaker HyperPod.

1. Abra la consola de Service Quotas.

2. En el panel de navegación de la izquierda, elija Servicios de AWS.

3. En la lista de AWSservicios, busca y selecciona Amazon SageMaker.

4. En la lista Service Quotas, puede ver el nombre de la cuota de servicio, el valor aplicado (si está 
disponible), la cuota predeterminada de AWS y si el valor de cuota es ajustable.

5. En la barra de búsqueda, escribe cluster usage. Muestra las cuotas de uso del clúster, las cuotas 
aplicadas y las cuotas predeterminadas.

Para aumentar SageMaker HyperPod las cuotas de Amazon mediante la consola AWS de 
administración

Aumente sus cuotas a nivel de cuenta o recurso.

1. Para aumentar la cuota de instancias para el uso del clúster, selecciona la cuota que deseas 
aumentar.

2. Si la cuota es ajustable, puedes solicitar un aumento de la cuota a nivel de cuenta o de recursos 
en función del valor que aparece en la columna de capacidad de ajuste.

3. En Aumentar el valor de la cuota, introduzca el nuevo valor. El nuevo valor debe ser mayor que el 
valor actual.

4. Seleccione Request (Solicitar).

5. Para ver las solicitudes pendientes o que se hayan resuelto recientemente en la consola, vaya a la 
pestaña Historial de solicitudes de la página de detalles del servicio o seleccione Panel de control
en el panel de navegación. Para las solicitudes pendientes, seleccione el estado de la solicitud 
para abrir la recepción de solicitud. El estado inicial de una solicitud es Pending (Pendiente). 
Cuando el estado cambie a Cuota solicitada, verás el número de caso conAWS Support. Elija el 
número de caso para abrir el ticket para su solicitud.

Para obtener más información sobre cómo solicitar un aumento de cuota en general, consulte
Solicitar un aumento de cuota en la Guía del usuario de AWS Service Quotas.
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Configure los usuarios y las funciones de IAM para SageMaker HyperPod los usuarios 
y los recursos

Hay tres niveles principales de SageMaker HyperPod usuarios: el administrador de AWS cuentas, 
los administradores de clústeres (como los arquitectos de la nube) y los usuarios de los clústeres
(como los científicos del aprendizaje automático). El administrador de la AWS cuenta debe configurar 
los usuarios de IAM adjuntando los permisos o políticas adecuados para los administradores de 
clústeres. En el caso de los administradores de clústeres, el administrador de la AWS cuenta también 
debe crear funciones de IAM que puedan utilizar para que SageMaker HyperPod los clústeres 
asuman que se ejecutan y se comunican con AWS los recursos necesarios, como Amazon S3 
CloudWatch, Amazon y AWS Systems Manager (SSM). Por último, los administradores de clústeres 
pueden conceder a los usuarios del clúster permisos para iniciar sesión en los SageMaker HyperPod 
clústeres a través del agente SSM.

Temas

• Configure los usuarios de IAM para los administradores de clústeres

• Configure los usuarios de IAM para los usuarios del clúster

• Función de IAM para SageMaker HyperPod

Configure los usuarios de IAM para los administradores de clústeres

Los administradores de clústeres son arquitectos de la nube que operan y configuran SageMaker 
HyperPod los clústeres y realizan las tareas en the section called “Operar SageMaker HyperPod”
ellos. El siguiente ejemplo de política incluye el conjunto mínimo de permisos para que los 
administradores de clústeres ejecuten las API SageMaker HyperPod principales y administren 
cualquier clúster de su AWS cuenta.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateCluster", 
                "sagemaker:ListClusters" 
            ], 
            "Resource": "*"     
        }, 
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        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DeleteCluster", 
                "sagemaker:DescribeCluster", 
                "sagemaker:DescribeClusterNode", 
                "sagemaker:ListClusterNodes", 
                "sagemaker:UpdateCluster" 
            ], 
            "Resource": "arn:aws:sagemaker:region:account-id:cluster/*"     
        } 
    ]
}

Para conceder permisos de acceso a la SageMaker consola, utiliza el ejemplo de política que se 
proporciona en Permisos necesarios para utilizar la SageMaker consola de Amazon.

Para conceder permisos de acceso a la consola SSM, utilice el ejemplo de política que se 
proporciona en Uso de la AWS Systems Manager consola de la Guía del AWS Systems Manager 
usuario.

También puedes considerar la posibilidad de adjuntar la AmazonSageMakerFullAccesspolítica 
a los usuarios de IAM; sin embargo, ten en cuenta que la AmazonSageMakerFullAccess política 
otorga permisos a todas las llamadas, funciones y recursos de la SageMaker API.

Para obtener información sobre los usuarios de IAM en general, consulte los usuarios de IAM en la 
Guía del usuario. AWS Identity and Access Management

Configure los usuarios de IAM para los usuarios del clúster

Los usuarios de clústeres son ingenieros de aprendizaje automático que inician sesión y ejecutan 
cargas de trabajo de aprendizaje automático en los nodos de SageMaker HyperPod clúster 
aprovisionados por los administradores de clústeres. En el caso de los usuarios de clústeres de tu 
AWS cuenta, debes conceder el permiso "ssm:StartSession" para ejecutar el comando start-
session SSM. El siguiente es un ejemplo de política para los usuarios de IAM.

Permisos de IAM para todos los recursos

Añada la siguiente política para conceder a un usuario de IAM permisos de sesión de SSM para 
conectarse a un destino de SSM para todos los recursos.

{ 
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    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssm:StartSession", 
                "ssm:TerminateSession" 
            ], 
            "Resource": "*"     
        } 
    ]
}

Función de IAM para SageMaker HyperPod

Para que SageMaker HyperPod los clústeres se ejecuten y se comuniquen con 
AWS los recursos necesarios, debes adjuntar los grupos de instancias gestionados
AmazonSageMakerClusterInstanceRolePolicya los del clúster. Con esta política AWS 
administrada, los grupos de instancias de SageMaker HyperPod clúster asumen la función de 
comunicarse con Amazon CloudWatch, Amazon S3 y AWS Systems Manager Agent (SSM Agent). 
Esta política administrada es el requisito mínimo para que SageMaker HyperPod los recursos se 
ejecuten correctamente, por lo que debes proporcionar una función de IAM junto con esta política 
a todos los grupos de instancias. AmazonSageMakerClusterInstanceRolePolicyTiene los 
siguientes permisos:

• registros: necesario para SageMaker HyperPod permitir la publicación de flujos de registros.

• cloudwatch: necesario para poder SageMaker HyperPod publicar CloudWatch métricas.

• s3: necesario para poder SageMaker HyperPod enumerar y recuperar archivos de un bucket de 
Amazon S3 de su cuenta con el prefijosagemaker-.

• ssmmessages: necesario para permitir que el agente SSM se comunique con los servicios de 
backend de SSM. Los directores pueden usar el agente SSM para crear y abrir canales de control 
y datos. SageMaker inicia y administra el agente SSM cuando inicia una instancia de clúster.

Tip

Según tus preferencias a la hora de diseñar el nivel de permisos para varios grupos de 
instancias, también puedes configurar varios roles de IAM y asociarlos a diferentes grupos de 
instancias. Cuando configuras el acceso de los usuarios del clúster a nodos específicos del 
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SageMaker HyperPod clúster, los nodos asumen la función con los permisos selectivos que 
adjuntas manualmente.
Cuando, como administrador de AWS cuentas o administrador de clústeres, configuras 
el acceso de los usuarios del clúster a nodos específicos del clúster AWS Systems 
Manager(consulte tambiénthe section called “Configure AWS Systems Manager y ejecute 
como para el control de acceso de los usuarios del clúster”), los nodos del clúster asumen la 
función con los permisos selectivos que adjuntas manualmente.

Cuando haya terminado de crear los roles de IAM, anote sus nombres y ARN. Usas las funciones al 
crear un SageMaker HyperPod clúster y concedes los permisos correctos necesarios para que cada 
grupo de instancias se comunique con los recursos necesariosAWS.

(Opcional) Permisos adicionales para su uso SageMaker HyperPod con Amazon Virtual Private 
Cloud

Si desea utilizar su propia Amazon Virtual Private Cloud (VPC) en lugar de la VPC predeterminada, 
debe añadir los siguientes permisos adicionales a la función de IAM para. SageMaker SageMaker 
HyperPod

{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups", 
        "ec2:DetachNetworkInterface" 
    ], 
    "Resource": "*"
}
{ 
    "Effect": "Allow", 
    "Action": "ec2:CreateTags", 
    "Resource": [ 
        "arn:aws:ec2:*:*:network-interface/*" 
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    ]
}

En la siguiente lista se desglosan los permisos necesarios para habilitar las funcionalidades del 
SageMaker HyperPod clúster al configurar el clúster con su propia Amazon VPC.

• Se requieren los siguientes ec2 permisos para habilitar la configuración de un SageMaker 
HyperPod clúster con la VPC.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ], 
    "Resource": "*"
}

• Se requiere el siguiente ec2 permiso para habilitar la SageMaker HyperPod función de 
reanudación automática.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:DetachNetworkInterface" 
    ], 
    "Resource": "*"
}

• El siguiente ec2 permiso permite SageMaker HyperPod crear etiquetas en las interfaces de red de 
su cuenta.

{ 
    "Effect": "Allow", 
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    "Action": "ec2:CreateTags", 
    "Resource": [ 
        "arn:aws:ec2:*:*:network-interface/*" 
    ]
}

Configure AWS Systems Manager y ejecute como para el control de acceso de los 
usuarios del clúster

the section called “SageMaker HyperPod DLAMI”viene con AWS Systems Manager(SSM) listo 
para usar para ayudarte a administrar el acceso a los grupos de instancias SageMaker HyperPod 
del clúster. En esta sección, se describe cómo crear usuarios del sistema operativo (SO) en los 
SageMaker HyperPod clústeres y asociarlos a los usuarios y roles de IAM. Esto resulta útil para 
autenticar las sesiones de SSM con las credenciales de la cuenta de usuario del sistema operativo.

Activa Ejecutar como en tu cuenta AWS

Como administrador de AWS cuentas o administrador de la nube, puede administrar el acceso a 
SageMaker HyperPod los clústeres a nivel de usuario o rol de IAM mediante la función Ejecutar 
como de SSM. Con esta función, puede iniciar cada sesión de SSM con el usuario del sistema 
operativo asociado al rol o usuario de IAM.

Para activar la función Ejecutar como en tu AWS cuenta, sigue los pasos que se indican en Activar 
la compatibilidad con Ejecutar como para los nodos gestionados de Linux y macOS. Si ya ha creado 
usuarios de sistema operativo en su clúster, asegúrese de asociarlos a roles o usuarios de IAM 
etiquetándolos como se indica en la opción 2 del paso 5, en Para activar la compatibilidad con 
Ejecutar como para los nodos gestionados de Linux y macOS.

Prepare un script para configurar los usuarios de Linux

Para completar la configuración de los usuarios del clúster para que accedan a un HyperPod clúster 
a través de SSM, debe configurar un script para agregar usuarios y, al mismo tiempo, preparar 
los scripts de configuración del ciclo de vida para crear un HyperPod clúster. En el repositorio de 
plantillas incluidothe section called “plantillas de scripts de configuración del ciclo de vida”, hay 
un script denominado add_users.sh que consume los datos del shared_users.txt usuario. 
También hay una plantilla llamadashared_users_sample.txt, así que consulta el archivo de 
texto de ejemplo para rellenar y crear un shared_users.txt archivo. Tenga en cuenta que tendrá 
que cargar los dos archivos como parte de la preparación y carga de los scripts del ciclo de vida en
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the section called “Empezando con SageMaker HyperPod” un bucket de S3, algo que aprenderá más 
adelante.

(Opcional) Configúrelo SageMaker HyperPod con su Amazon VPC

Si no proporciona una VPC, SageMaker HyperPod utiliza la SageMaker VPC predeterminada. Si 
desea usar su propia VPC para conectarse SageMaker HyperPod con AWS los recursos de la VPC, 
debe proporcionar el nombre, el ID, el ID de subred y el ID del grupo de seguridad de la VPC al 
crearla. Región de AWS SageMaker HyperPod Si desea crear una nueva VPC, consulte Crear una 
VPC predeterminada o Crear una VPC en la Guía del usuario de Amazon Virtual Private Cloud.

Es importante que cree todos sus recursos en la misma zona de disponibilidad Región de AWS y que 
configure las reglas de los grupos de seguridad para permitir la conexión entre los recursos.

Por ejemplo, supongamos que crea una VPC en la región. us-west-2 A continuación, debe crear 
una subred en esta VPC en la us-west-2a zona de disponibilidad y debe crear un grupo de 
seguridad que permita todo el tráfico entrante (entrante) desde el interior del grupo de seguridad y 
todo el tráfico saliente.

También debe asegurarse de que la VPC esté conectada a. Amazon Simple Storage Service Si 
configuras tu VPC, los grupos de instancias no tienen acceso a Internet. No se pueden conectar a los 
buckets de Amazon S3 para acceder o almacenar archivos, como scripts de ciclo de vida, datos de 
entrenamiento y artefactos de modelos, a menos que cree un punto de enlace de VPC que permita 
el acceso. Al crear un punto de enlace de VPC, permites que los grupos de instancias accedan 
a los buckets de S3 dentro de la misma VPC. Le recomendamos que también cree una política 
personalizada que permita solo solicitudes de su VPC privada para obtener acceso a sus buckets de 
S3. Para obtener más información, consulte Puntos de enlace para Amazon S3.

(Opcional) Configure SageMaker HyperPod con Amazon FSx para Lustre

Para empezar a usar SageMaker HyperPod y mapear las rutas de datos entre el clúster y su sistema 
de archivos FSx for Lustre, seleccione una Regiones de AWS de las opciones compatibles con. 
SageMaker HyperPod Después de elegir la Región de AWS que prefiera, también debe determinar 
qué zona de disponibilidad (AZ) utilizar. Si utiliza nodos de SageMaker HyperPod cómputo en zonas 
de disponibilidad diferentes de las zonas de disponibilidad en las que el sistema de archivos FSx 
for Lustre está configurado dentro de Región de AWS la misma, es posible que se produzca una 
sobrecarga de comunicación y de red. Le recomendamos que utilice la misma zona de disponibilidad 
física que la de la cuenta de SageMaker HyperPod servicio para evitar cualquier tráfico entre zonas 
de disponibilidad entre SageMaker HyperPod los clústeres y su sistema de archivos FSx for Lustre. 

Requisitos previos 1326

https://docs.aws.amazon.com/vpc/latest/userguide/default-vpc.html#create-default-vpc
https://docs.aws.amazon.com/vpc/latest/userguide/create-vpc.html
https://docs.aws.amazon.com/AmazonVPC/latest/UserGuide/vpc-endpoints-s3.html


Amazon SageMaker Guía para desarrolladores

Además, asegúrese de haberlo configurado con su VPC. Si desea utilizar Amazon FSx como sistema 
de archivos principal para el almacenamiento, debe configurar los SageMaker HyperPod clústeres 
con VPC.

Empezar con SageMaker HyperPod

Comience a crear su primer SageMaker HyperPod clúster y conozca las funcionalidades de 
operación del clúster SageMaker HyperPod.

Puede crear un SageMaker HyperPod clúster mediante la interfaz de usuario de la SageMaker 
consola o mediante los AWS CLI comandos. Este tutorial muestra cómo crear un nuevo SageMaker 
HyperPod clúster con Slurm, un popular software de programación de cargas de trabajo. Tras 
completar este tutorial, sabrá cómo iniciar sesión en los nodos del clúster mediante los AWS 
Systems Manager comandos (). aws ssm Tras completar este tutorial, consulte también the 
section called “Operar SageMaker HyperPod” para obtener más información sobre las operaciones 
SageMaker HyperPod básicas y the section called “Ejecute trabajos en HyperPod clústeres” cómo 
programar tareas en el clúster aprovisionado.

Temas

• Uso de la interfaz de usuario de la consola SageMaker HyperPod

• Uso de los AWS CLI comandos de las API SageMaker HyperPod

Uso de la interfaz de usuario de la consola SageMaker HyperPod

Cree su primer SageMaker HyperPod clúster mediante la interfaz de usuario de la SageMaker 
HyperPod consola.

Crea tu primer SageMaker HyperPod clúster

Las siguientes instrucciones muestran cómo crear un SageMaker HyperPod clúster nuevo mediante 
la interfaz de usuario de la SageMaker consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. Selecciona HyperPod Clusters en el panel de navegación izquierdo.

3. En la página SageMaker HyperPod Clústeres, elija Crear clúster.

4. En el paso 1: Configuración del clúster, especifique un nombre para el nuevo clúster. Omita la 
sección de etiquetas.
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5. En el paso 2: Grupos de instancias, agrega grupos de instancias. Cada grupo de instancias 
se puede configurar de forma diferente y puedes crear un clúster heterogéneo compuesto por 
varios grupos de instancias con varios tipos de instancias. Para que los scripts de configuración 
del ciclo de vida se ejecuten en el grupo de instancias durante la creación del clúster, puedes 
empezar con los ejemplos de scripts de ciclo de vida que se proporcionan en el repositorio de
Awsome Distributed Training GitHub .

a. En Nombre del grupo de instancias, especifica un nombre para el grupo de instancias.

b. En Seleccionar tipo de instancia, elige la instancia para el grupo de instancias.

c. En Cantidad, especifica un número entero que no exceda la cuota de instancias para el uso 
del clúster.

d. En el caso de la ruta de S3 a los archivos de scripts del ciclo de vida, introduzca la ruta de 
Amazon S3 en la que se almacenan los scripts del ciclo de vida.

i. Descargue una copia de los scripts del ciclo de vida en un directorio de su ordenador 
local.

git clone https://github.com/aws-samples/awsome-distributed-training/

ii. En 1.architectures/5.sagemaker_hyperpods/LifecycleScripts/base-
configesta sección encontrará un conjunto completo de scripts de ciclo de vida. Para 
obtener más información sobre los scripts del ciclo de vida, consulte tambiénthe section 
called “plantillas de scripts de configuración del ciclo de vida”.

iii. Abra y edite el archivo denominado provisioning_params.json para especificar 
los parámetros básicos para asignar nombres a los recursos del clúster. Por ejemplo, 
si va a crear un clúster con la configuración de Slurm, provisioning_params.json
debería ser similar a la siguiente.

{ 
    "workload_manager": "slurm", 
    "controller_group": "my-controller-group", 
    "login_group": "my-login-group", // Optional 
    "worker_groups": [ 
        { 
            "instance_group_name": "worker-group-1", 
            "partition_name": "partition-1" 
        } 
    ]
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}

Puede editar los valores clave de los valores controller_grouplogin_group,
instance_group_name y partition_name las claves de los valores respectivos.

iv. Cargue los scripts en su bucket de Amazon S3. Cree un bucket de S3 cuya ruta tenga 
el siguiente formato:s3://sagemaker-<unique-s3-bucket-name>/<lifecycle-
script-directory>/src. Puede crear este depósito mediante la consola Amazon 
S3.

Note

Debe poner un prefijo sagemaker- a la ruta del bucket de S3, ya que la 
función ??? with AmazonSageMakerClusterInstanceRolePolicy permite 
a los principales acceder únicamente a los buckets de S3 con este prefijo 
específico.

e. En la ruta del directorio al script de ciclo de vida que se creó al crearse, introduzca el 
nombre del archivo del script de ciclo de vida en la sección Ruta de acceso de S3 a los 
archivos de script de ciclo de vida.

f. Para el rol de IAM, elija el rol de IAM que creó en la 
secciónAmazonSageMakerClusterInstanceRolePolicy. the section called “Función 
de IAM para SageMaker HyperPod”

g. En el caso de los subprocesos por núcleo en la configuración avanzada, especifique si 
desea deshabilitar 1 los subprocesos múltiples y habilitar los subprocesos múltiples. 2 Para 
saber qué tipo de instancia admite subprocesos múltiples, consulte la tabla de referencia 
de núcleos de CPU y subprocesos por núcleo de CPU y por tipo de instancia en la Guía del
usuario de Amazon Elastic Compute Cloud.

6. En el paso 3: Configuración avanzada, configura los ajustes de red dentro y fuera in-and-out del 
clúster. Seleccione su propia VPC si ya tiene una que dé SageMaker acceso a su VPC. Si no 
tiene una, pero quiere crear una nueva VPC, siga las instrucciones de la Guía del usuario sobre 
cómo crear una VPC en la Amazon Virtual Private Cloud. Puede dejar que no sea una VPC para 
usar la SageMaker VPC predeterminada.

7. En el paso 4: revise y cree, revise la configuración que estableció del paso 1 al 3 y termine de 
enviar la solicitud de creación del clúster.

8. El nuevo clúster debería aparecer en Clústeres en el panel principal de la SageMaker HyperPod 
consola. Puede comprobar el estado del mismo que se muestra en la columna Estado.
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9. Una vez que el estado del clúster pase a serInService, los usuarios del clúster pueden 
empezar a iniciar sesión en los nodos del clúster. Para obtener más información sobre el 
acceso a los nodos del clúster y la ejecución de cargas de trabajo de aprendizaje automático, 
consultethe section called “Ejecute trabajos en HyperPod clústeres”.

Elimine el clúster y limpie los recursos

Una vez que haya probado correctamente la creación de un SageMaker HyperPod clúster, seguirá 
ejecutándose en ese InService estado hasta que lo elimine. Le recomendamos que elimine los 
clústeres creados con SageMaker instancias bajo demanda cuando no estén en uso para evitar 
incurrir en cargos de servicio continuos en función de los precios bajo demanda. En este tutorial, ha 
creado un clúster que consta de dos grupos de instancias. Uno de ellos usa una instancia C5, así 
que asegúrate de eliminar el clúster siguiendo las instrucciones que aparecen enthe section called 
“Eliminar un SageMaker HyperPod clúster”.

Sin embargo, si ha creado un clúster con capacidad informática reservada, el estado de los clústeres 
no afecta a la facturación de los servicios.

Para limpiar los scripts del ciclo de vida del depósito de S3 utilizado en este tutorial, vaya al depósito 
de S3 que utilizó durante la creación del clúster y elimine los archivos por completo.

Si ha probado la ejecución de alguna carga de trabajo en el clúster, asegúrese de haber cargado 
datos o de haber guardado algún artefacto en distintos buckets de S3 o servicios de sistema de 
archivos, como Amazon FSx for Lustre y Amazon Elastic File System. Para evitar que se incurra en 
cargos, elimine todos los artefactos y datos del almacenamiento o del sistema de archivos.

Uso de los AWS CLI comandos de las API SageMaker HyperPod

Cree su primer SageMaker HyperPod clúster con los AWS CLI comandos for HyperPod.

Cree su primer SageMaker HyperPod clúster

Consulta las siguientes instrucciones sobre cómo crear un SageMaker HyperPod clúster nuevo con 
el AWS CLI comando (aws sagemaker create-cluster), que hace funcionar la SageMaker 
HyperPod CreateCluster API en el backend.

1. Prepara y carga los scripts del ciclo de vida en tu bucket de S3 para que se ejecuten en cada 
grupo de instancias durante la creación del clúster.
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s3://sagemaker-<unique-s3-bucket-name>/<lifecycle-script-directory>/src/
on_create.sh

Note

Debes poner un prefijo sagemaker- a la ruta del bucket de S3, ya que la función ???
with AmazonSageMakerClusterInstanceRolePolicy permite que los principales 
solo accedan a los buckets de S3 con el prefijo específico.

Si no tiene un conjunto de scripts de configuración del ciclo de vida, utilice los scripts de muestra 
que se proporcionan en el repositorio de Awsome Distributed Training. GitHub Los siguientes 
subpasos muestran cómo descargar, qué modificar y cómo cargar en el bucket de S3.

a. Descargue una copia de los ejemplos de scripts del ciclo de vida en un directorio de su 
ordenador local.

git clone https://github.com/aws-samples/awsome-distributed-training/

b. En 1.architectures/5.sagemaker_hyperpods/LifecycleScripts/base-
configesta sección encontrará un conjunto completo de scripts de ciclo de vida. Para 
obtener más información sobre los ejemplos de scripts de ciclo de vida, consulte tambiénthe 
section called “plantillas de scripts de configuración del ciclo de vida”.

c. Abra y edite el archivo denominado provisioning_params.json para especificar los 
parámetros básicos para asignar nombres a los recursos del clúster. Por ejemplo, si va a 
crear un clúster con la configuración de Slurm, provisioning_params.json debería ser 
similar a la siguiente.

{ 
    "workload_manager": "slurm", 
    "controller_group": "my-controller-group", 
    "login_group": "my-login-group", // Optional 
    "worker_groups": [ 
        { 
            "instance_group_name": "worker-group-1", 
            "partition_name": "partition-1" 
        } 
    ]
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}

Puede editar los valores clave de los valores controller_grouplogin_group,
instance_group_name y partition_name las claves de los valores respectivos.

d. Cargue los scripts as3://sagemaker-<unique-s3-bucket-name>/<lifecycle-
script-directory>/src. Puede hacerlo mediante la consola S3 o ejecutando el 
siguiente comando AWS CLI S3.

aws s3 sync \ 
    ~/local-dir-for-lifecycle-scripts/* \  
    s3://sagemaker-<unique-s3-bucket-name>/<lifecycle-script-directory>/src

2. Prepare un archivo de CreateClustersolicitud en formato JSON. El siguiente ejemplo de solicitud 
se basa en los nodos necesarios para los grupos definidos provisioning_params.json
en el paso 1.2. El requisito mínimo para Slurm es un controlador y un grupo de trabajo.
ParaExecutionRole, proporcione el ARN del rol de IAM que creó junto con los requisitos 
previos gestionadosAmazonSageMakerClusterInstanceRolePolicy.

// create_cluster.json
{ 
   "ClusterName": "cluster-slurm-default-vpc", 
   "InstanceGroups": [  
       {  
         "ExecutionRole": "string", 
         "InstanceCount": number, 
         "InstanceGroupName": "my-controller-group", 
         "InstanceType": "string", 
         "LifeCycleConfig": {  
            "OnCreate": "on_create_lifecycle_script.sh", 
            "SourceS3Uri": "s3://<your-s3-bucket>/<lifecycle-script-directory>/src" 
         }, 
         "ThreadsPerCore": number
      }, 
      {  
         "ExecutionRole": "string", 
         "InstanceCount": number, 
         "InstanceGroupName": "my-login-group", 
         "InstanceType": "string", 
         "LifeCycleConfig": {  
            "OnCreate": "on_create_lifecycle_script.sh", 
            "SourceS3Uri": "s3://<your-s3-bucket>/<lifecycle-script-directory>/src" 
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         }, 
         "ThreadsPerCore": number
      } 
   ]
}

3. Ejecute el siguiente comando para crear el clúster.

aws sagemaker create-cluster --cli-input-json file://complete/path/to/
create_cluster.json

Esto debería devolver el ARN del clúster creado.

4. Ejecute describe-cluster para comprobar el estado del clúster.

aws sagemaker describe-cluster --cluster-name cluster-slurm-default-vpc

Cuando el estado del clúster cambie aInService, continúe con el siguiente paso.

5. Ejecute list-cluster-nodes para comprobar los detalles de los nodos del clúster.

aws sagemaker list-cluster-nodes --cluster-name cluster-slurm-default-vpc

Esto devuelve una respuesta y InstanceId es lo que los usuarios del clúster necesitan para 
iniciar sesión (aws ssm) en ellos. Para obtener más información sobre cómo iniciar sesión en 
los nodos del clúster y ejecutar cargas de trabajo de aprendizaje automático, consultethe section 
called “Ejecute trabajos en HyperPod clústeres”.

Elimine el clúster y limpie los recursos

Una vez que haya probado correctamente la creación de un SageMaker HyperPod clúster, seguirá 
ejecutándose en ese InService estado hasta que lo elimine. Le recomendamos que elimine todos 
los clústeres creados con la SageMaker capacidad bajo demanda cuando no esté en uso para evitar 
incurrir en cargos de servicio continuos en función de los precios bajo demanda. En este tutorial, has 
creado un clúster que consta de dos grupos de instancias. Uno de ellos usa una instancia C5, así 
que asegúrate de eliminar el clúster ejecutando el siguiente comando.

aws sagemaker delete-cluster --cluster-name cluster-slurm-default-vpc
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Para limpiar los scripts del ciclo de vida del depósito de S3 utilizado en este tutorial, vaya al depósito 
de S3 que utilizó durante la creación del clúster y elimine los archivos por completo.

Si ha probado la ejecución de alguna carga de trabajo en el clúster, asegúrese de haber cargado 
datos o de haber guardado algún artefacto en distintos buckets de S3 o servicios de sistema de 
archivos, como Amazon FSx for Lustre y Amazon Elastic File System. Para evitar que se incurra en 
cargos, elimine todos los artefactos y datos del almacenamiento o del sistema de archivos.

Operar SageMaker HyperPod

En esta sección se explica cómo operar los SageMaker HyperPod clústeres a través de la interfaz de 
usuario de la consola oAWS CLI.

Temas

• Uso de la interfaz de usuario SageMaker HyperPod de la consola

• Uso de la AWS CLI

Uso de la interfaz de usuario SageMaker HyperPod de la consola

Los temas siguientes proporcionan instrucciones sobre cómo utilizar la interfaz SageMaker HyperPod 
de usuario de la consola.

Temas

• Cree un SageMaker HyperPod clúster

• Examine sus SageMaker HyperPod clústeres

• Vea los detalles de cada clúster SageMaker HyperPod

• Edite un SageMaker HyperPod clúster

• Eliminar un SageMaker HyperPod clúster

Cree un SageMaker HyperPod clúster

Consulte las siguientes instrucciones sobre cómo crear un SageMaker HyperPod clúster nuevo a 
través de la interfaz de usuario de la SageMaker HyperPod consola.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. Selecciona HyperPod Clusters en el panel de navegación izquierdo.
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3. En la página de SageMaker HyperPod inicio, selecciona Crear clúster.

4. En el paso 1: Configuración del clúster, configure la información básica del clúster.

a. En Nombre del clúster, especifique un nombre para el nuevo clúster.

b. En el caso de las etiquetas, añada pares de claves y valores al nuevo clúster y administre el 
clúster como un AWS recurso. Para obtener más información, consulte Etiquetar AWS los 
recursos.

5. En el paso 2: Grupos de instancias, selecciona Crear grupo de instancias. Cada grupo de 
instancias se puede configurar de forma diferente y puedes crear un clúster heterogéneo 
compuesto por varios grupos de instancias con varios tipos de instancias. En la ventana 
emergente Crear una configuración de grupo de instancias, completa la información de 
configuración del grupo de instancias.

a. En Nombre del grupo de instancias, especifica un nombre para el grupo de instancias.

b. En Seleccionar tipo de instancia, elige la instancia para el grupo de instancias.

c. En Cantidad, especifica un número entero que no exceda la cuota de instancias para el uso 
del clúster.

d. En el caso de la ruta de Amazon S3 a los archivos de scripts del ciclo de vida, introduzca la 
ruta S3 en la que se almacenan los scripts del ciclo de vida.

e. En la ruta del directorio al script de ciclo de vida que se creó al crearse, introduzca el 
nombre del archivo del script de ciclo de vida en la sección Ruta de S3 a los archivos de 
script del ciclo de vida.

f. Para el rol de IAM, elija el rol de IAM que ha creado para SageMaker HyperPod los 
recursos, siguiendo la sección. the section called “Configure los usuarios y las funciones de 
IAM para SageMaker HyperPod los usuarios y los recursos”

g. Para la configuración avanzada, puede configurar los subprocesos por núcleo, especificar 
1 para deshabilitar los subprocesos múltiples y 2 para habilitar los subprocesos múltiples. 
Para saber qué tipo de instancia admite subprocesos múltiples, consulte la tabla de 
referencia de núcleos de CPU y subprocesos por núcleo de CPU y por tipo de instancia en 
la Guía del usuario de Amazon EC2.

6. En el paso 3: Configuración avanzada, configure los ajustes de red opcionales dentro y fuera in-
and-out del clúster. Seleccione su propia VPC si ya tiene una que dé SageMaker acceso a su 
VPC. Si desea crear una nueva VPC, consulte Crear una VPC predeterminada o Crear una VPC
en la Guía del usuario de Amazon Virtual Private Cloud. Puede dejar que no sea una VPC para 
usar la SageMaker VPC predeterminada.
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Note

Si desea utilizar su propia VPC, debe añadir permisos adicionales a la función de IAM 
para los clústeres. SageMaker HyperPod Para obtener más información, consulte the 
section called “(Opcional) Configúrelo SageMaker HyperPod con su Amazon VPC”.

7. En el paso 4: Revisar y crear, revise la configuración que ha establecido del paso 1 al 3 y 
termine de enviar la solicitud de creación del clúster.

Examine sus SageMaker HyperPod clústeres

En la sección Clústeres de la página principal de la SageMaker HyperPod consola, todos los 
clústeres creados deberían aparecer en la sección Clústeres, que proporciona una vista resumida de 
los clústeres, sus ARN, su estado y la hora de creación.

Vea los detalles de cada clúster SageMaker HyperPod

En la sección Clústeres de la página principal de la consola, los nombres de los clústeres se activan 
como enlaces. Seleccione el enlace del nombre del clúster para ver los detalles de cada clúster.

Edite un SageMaker HyperPod clúster

1. En Clústeres, selecciona el clúster que deseas actualizar.

2. Pulse el botón Acciones y, a continuación, seleccione Editar clúster.

3. En la <your-cluster>página Editar, puedes editar la configuración y las etiquetas de los grupos de 
instancias. Después de realizar los cambios, selecciona Enviar.

a. En la sección Configurar grupos de instancias, puedes añadir más grupos de instancias si 
eliges Crear grupo de clústeres.

b. En la sección Configurar grupos de instancias, puedes elegir uno de los grupos de instancias y 
elegir Editar para cambiar su configuración.

c. En la sección Etiquetas, puedes actualizar las etiquetas del clúster.

Eliminar un SageMaker HyperPod clúster

1. En Clústeres, selecciona el clúster que deseas eliminar.

2. Seleccione Acciones y, a continuación, elija Eliminar clúster.
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3. En la ventana emergente para eliminar el clúster, revise detenidamente la información del clúster 
para confirmar que ha elegido el clúster correcto para eliminarlo.

4. Tras revisar la información del clúster, seleccione Sí, eliminar el clúster.

5. En el campo de texto para confirmar la eliminación, escribadelete.

6. Seleccione Eliminar en la esquina inferior derecha de la ventana emergente para terminar de 
enviar la solicitud de eliminación del clúster.

Uso de la AWS CLI

Los siguientes temas proporcionan orientación sobre cómo escribir archivos de solicitudes de 
SageMaker HyperPod API en formato JSON y ejecutarlos mediante los AWS CLI comandos.

Temas

• Crea un clúster nuevo

• Describir un clúster

• Enumere los detalles de los nodos del clúster

• Describa los detalles de un nodo de clúster

• Enumeración de clústeres

• Actualice un clúster de

• Eliminar un clúster

Crea un clúster nuevo

1. Prepare los scripts de configuración del ciclo de vida y cárguelos en un bucket de S3, 
comos3://sagemaker-<your-s3-bucket>/<lifecycle-script-directory>/
src/. En el siguiente paso 2, se supone que hay un script de punto de entrada denominado
on_create.sh en el bucket de S3 especificado.

Important

Asegúrese de configurar la ruta S3 para empezars3://sagemaker-. the 
section called “Función de IAM para SageMaker HyperPod”Tiene el administrador
AmazonSageMakerClusterInstanceRolePolicyadjunto, que permite el acceso a 
los depósitos de S3 con el prefijo sagemaker- específico.
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2. Prepare un archivo CreateClusterde solicitud de API en formato JSON. El siguiente 
ejemplo de solicitud se basa en los nodos necesarios para los grupos definidos
provisioning_params.json en el paso 1.2. El requisito mínimo para Slurm es un 
controlador y un grupo de trabajo. ParaExecutionRole, proporciona el ARN del rol de IAM que 
creaste con el gestionado AmazonSageMakerClusterInstanceRolePolicy de la sección.
the section called “Función de IAM para SageMaker HyperPod”

// create_cluster.json
{ 
    // Required 
    "ClusterName": "your-hyperpod-cluster", 
    // Required 
    "InstanceGroups": [ 
        { 
            "InstanceGroupName": "controller-group", 
            "InstanceType": "ml.m5.xlarge", 
            "InstanceCount": 1, 
            "LifeCycleConfig": { 
                "SourceS3Uri": "s3://sagemaker-<your-s3-bucket>/<lifecycle-script-
directory>/src/", 
                "OnCreate": "on_create.sh" 
            }, 
            "ExecutionRole": "arn:aws:iam::111122223333:role/iam-role-for-cluster", 
            "ThreadsPerCore": 1 
        },  
        { 
            "InstanceGroupName": "worker-group-1", 
            "InstanceType": "ml.p4d.xlarge", 
            "InstanceCount": 1, 
            "LifeCycleConfig": { 
                "SourceS3Uri": "s3://sagemaker-<your-s3-bucket>/<lifecycle-script-
directory>/src/", 
                "OnCreate": "on_create.sh" 
            }, 
            "ExecutionRole": "arn:aws:iam::111122223333:role/iam-role-for-cluster", 
            "ThreadsPerCore": 1 
        } 
    ], 
    // Optional 
    "Tags": [  
        {  
           "Key": "string", 
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           "Value": "string" 
        } 
    ], 
    // Optional 
    "VpcConfig": {  
        "SecurityGroupIds": [ "string" ], 
        "Subnets": [ "string" ] 
    }
}

En función de cómo hayas diseñado la estructura de clústeres a través de tus scripts de 
ciclo de vida, puedes añadir y configurar varios grupos de instancias con el parámetro de
InstanceGroups solicitud.

Para el parámetro de Tags solicitud, puedes agregar etiquetas personalizadas para administrar 
el SageMaker HyperPod clúster como un AWS recurso. Puede agregar etiquetas a su clúster 
de la misma manera que las agrega en otros AWS servicios que admiten el etiquetado. Para 
obtener más información sobre el etiquetado de AWS los recursos en general, consulte la Guía 
del usuario de AWSlos recursos de etiquetado.

Para el parámetro de VpcConfig solicitud, puede especificar su propia VPC. Para obtener más 
información, consulte the section called “(Opcional) Configúrelo SageMaker HyperPod con su 
Amazon VPC”.

3. Ejecute el siguiente comando para enviar la solicitud de CreateCluster API.

aws sagemaker create-cluster --cli-input-json file://complete/path/to/
create_cluster.json

Esto debería devolver el ARN del nuevo clúster.

Describir un clúster

Ejecute describe-cluster para comprobar el estado del clúster. Puede especificar el nombre o el 
ARN del clúster.

aws sagemaker describe-cluster --cluster-name your-hyperpod-cluster

Cuando el estado del clúster cambie aInService, continúe con el siguiente paso.
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Enumere los detalles de los nodos del clúster

Ejecute list-cluster-nodes para comprobar la información clave de los nodos del clúster.

aws sagemaker list-cluster-nodes --cluster-name your-hyperpod-cluster

Esto devuelve una respuesta y InstanceId es lo que necesita usar para iniciar sesión (usaraws 
ssm) en ellos.

Describa los detalles de un nodo de clúster

Ejecute describe-cluster-node para recuperar los detalles de un nodo de clúster. Puede 
obtener el ID del nodo del clúster a partir de la list-cluster-nodes salida. Puede especificar el nombre 
o el ARN del clúster.

aws sagemaker describe-cluster-node \ 
    --cluster-name your-hyperpod-cluster \ 
    --node-id i-111222333444555aa

Enumeración de clústeres

Ejecute list-clusters para enumerar todos los clústeres de su cuenta.

aws sagemaker list-clusters

También puedes añadir indicadores adicionales para filtrar la lista de clústeres hacia abajo. Para 
obtener más información sobre lo que ejecuta este comando en un nivel bajo y otros indicadores de 
filtrado, consulta la referencia de la ListClustersAPI.

Actualice un clúster de

Ejecute update-cluster para actualizar la configuración de un clúster.

aws sagemaker update-cluster --cluster-name your-hyperpod-cluster

Para obtener más información sobre este comando y los indicadores disponibles, consulta la 
referencia de la UpdateClusterAPI.

Eliminar un clúster

Ejecuta delete-cluster para eliminar un clúster. Puede especificar el nombre o el ARN del 
clúster.
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aws sagemaker delete-cluster --cluster-name your-hyperpod-cluster

Ejecute trabajos en SageMaker HyperPod clústeres

Esta sección está destinada a los usuarios de clústeres, como los científicos del aprendizaje 
automático (ML). Proporciona ejemplos de la ejecución de cargas de trabajo de aprendizaje 
automático en clústeres aprovisionados SageMaker HyperPod . En función de cómo haya 
configurado el entorno de su HyperPod clúster, hay muchas formas de ejecutar cargas de trabajo 
de aprendizaje automático en clústeres. HyperPod En el repositorio Awsome Distributed Training se 
proporcionan ejemplos de cómo ejecutar cargas de trabajo de aprendizaje automático en HyperPod 
clústeres. GitHub En los siguientes temas, se explica cómo iniciar sesión en los HyperPod clústeres 
aprovisionados y se puede empezar a ejecutar cargas de trabajo de aprendizaje automático de 
muestra.

Temas

• Acceda a los nodos del clúster SageMaker HyperPod

• Programa un trabajo de Slurm en un clúster SageMaker HyperPod

• Programe trabajos para cargas de trabajo de formación distribuidas en SageMaker HyperPod

Acceda a los nodos del clúster SageMaker HyperPod

Puede acceder al InServiceclúster a través de AWS Systems Manager (SSM) ejecutando el AWS 
CLI comando aws ssm start-session con el nombre de host del SageMaker HyperPod clúster 
en el formato desagemaker-cluster:[cluster-id]_[instance-grou-name]-[instance-
id]. Puede recuperar el ID del clúster y el ID de la instancia desde la SageMaker HyperPod consola
o ejecutando los AWS CLIcomandos para SageMaker HyperPod. Por ejemplo, si el ID del clúster 
esaa11bbbbb222, el nombre del nodo del clúster es controller-group y el ID del nodo del 
clúster esi-111222333444555aa, el start-session comando SSM debería ser el siguiente.

Note

Si no lo ha configuradoAWS Systems Manager, siga las instrucciones que se proporcionan 
enthe section called “Configure AWS Systems Manager y ejecute como para el control de 
acceso de los usuarios del clúster”.

Ejecute trabajos en HyperPod clústeres 1341

https://github.com/aws-samples/awsome-distributed-training/


Amazon SageMaker Guía para desarrolladores

aws ssm start-session \ 
    --target sagemaker-cluster:aa11bbbbb222_controller-group-i-111222333444555aa \ 
    --region us-west-2

Programa un trabajo de Slurm en un clúster SageMaker HyperPod

Puede iniciar trabajos de formación utilizando el Slurm o los comandos sbatch estándar. srun
Por ejemplo, para lanzar un trabajo de formación de 8 nodos, puede ejecutar un entrenamiento de
srun -N 8 --exclusive train.sh SageMaker HyperPod apoyo en una variedad de entornos, 
incluidos, condavenv, docker y. enroot Puede configurar un entorno de aprendizaje automático 
ejecutando scripts de ciclo de vida en sus SageMaker HyperPod clústeres. También tiene la opción 
de adjuntar un sistema de archivos compartido, como FSx, que también se puede utilizar como 
entorno virtual.

El siguiente ejemplo muestra cómo ejecutar un trabajo para entrenar a Llama-2 con la técnica de 
paralelismo de datos totalmente fragmentado (FSDP) en un clúster con SageMaker HyperPod 
un sistema de archivos Amazon FSx compartido. También puede encontrar más ejemplos en el 
repositorio Awsome Distributed Training. GitHub

Tip

Todos los SageMaker HyperPod ejemplos están disponibles en la 3.test_cases carpeta 
del repositorio de Awsome Distributed Training GitHub .

1. Clona el  GitHub repositorio de Awsome Distributed Training y copia los ejemplos de trabajos de 
formación en tu sistema de archivos Amazon FSx compartido.

TRAINING_DIR=/fsx/users/my-user/fsdp
git clone https://github.com/aws-samples/awsome-distributed-training/
cp -R awsome-distributed-training/3.test_cases/10.FSDP $TRAINING_DIR

2. Cree un conda entorno en su sistema de archivos Amazon FSx compartido. Asegúrese de que 
todos los nodos del clúster puedan acceder al sistema de archivos.

#!/usr/bin/env bash
set -ex

wget https://repo.anaconda.com/miniconda/Miniconda3-latest-Linux-x86_64.sh
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chmod +x Miniconda3-latest-Linux-x86_64.sh
./Miniconda3-latest-Linux-x86_64.sh -b -f -p ./miniconda3

source ./miniconda3/bin/activate

conda create -y -n pt_fsdp python=3.10

source activate pt_fsdp

# Install PyTorch
pip install torch torchvision torchaudio
pip install packaging transformers accelerate ninja tensorboard h5py datasets

# create output dir
mkdir tensorboard
mkdir checkpoints

Guarde este script en un volumen compartido. En este tutorial se supone que se guarda como/
fsx/users/my_user/create_env.sh.

3. Cree el entorno virtual lanzando un trabajo de slurm de un solo nodo.

srun -N 1 /fsx/users/my_user/create_env.sh

4. Una vez creado el entorno, puede iniciar un trabajo de formación seleccionando la ruta del 
entorno en el volumen compartido. Puede lanzar trabajos de formación tanto de un nodo como 
de varios nodos con la misma configuración. Para lanzar un trabajo, cree un script de inicio de 
trabajos (también denominado script de punto de entrada) de la siguiente manera.

#!/usr/bin/env bash
set -ex

ENV_PATH=/fsx/users/my_user/pytorch_env
TORCHRUN=$ENV_PATH/bin/torchrun
TRAINING_SCRIPT=/fsx/users/my_user/pt_train.py

WORLD_SIZE_JOB=$SLURM_NTASKS
RANK_NODE=$SLURM_NODEID
PROC_PER_NODE=8
MASTER_ADDR=(`scontrol show hostnames \$SLURM_JOB_NODELIST | head -n 1`)
MASTER_PORT=$(expr 10000 + $(echo -n $SLURM_JOBID | tail -c 4))

DIST_ARGS="--nproc_per_node=$PROC_PER_NODE \ 
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           --nnodes=$WORLD_SIZE_JOB \ 
           --node_rank=$RANK_NODE \ 
           --master_addr=$MASTER_ADDR \ 
           --master_port=$MASTER_PORT \ 
          " 
           
$TORCHRUN $DIST_ARGS $TRAINING_SCRIPT

Tip

Si desea que su trabajo de formación sea más resistente a los fallos de hardware 
mediante la capacidad de reanudación automática de SageMaker HyperPod, debe 
configurar correctamente la variable de entorno MASTER_ADDR en el script de punto 
de entrada. Para obtener más información, consulte the section called “Reanudación 
automática”.

En este tutorial se asume que este script se guarda como. /fsx/users/my_user/train.sh

5. Con este script en el volumen compartido/fsx/users/my_user/train.sh, ejecute el 
siguiente srun comando para programar el trabajo de Slurm.

cd /fsx/users/my_user/
srun -N 8 train.sh

Programe trabajos para cargas de trabajo de formación distribuidas en SageMaker 
HyperPod

La biblioteca de paralelismo de datos SageMaker distribuidos (SMDDP) es una biblioteca de 
comunicación colectiva que mejora el rendimiento informático del entrenamiento en paralelo de 
datos distribuidos. La biblioteca SMDDP aborda la sobrecarga de comunicación de las principales 
operaciones de comunicación colectiva al ofrecer lo siguiente: SageMaker HyperPod

1. La biblioteca ofrece ofertas AllGather optimizadas para. AWS AllGatheres una operación 
clave utilizada en el entrenamiento paralelo de datos fragmentados, que es una técnica de 
paralelismo de datos eficiente en memoria que ofrecen bibliotecas populares, como la biblioteca 
de paralelismo de SageMaker modelos (SMP), DeepSpeed Zero Redundancy Optimizer (ZeRO) y 
Fully Sharded Data Parallelism (FSDP). PyTorch
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2. La biblioteca ofrece SageMaker una comunicación optimizada al node-to-node utilizar al máximo 
la infraestructura de red y la topología de la instancia de AWS aprendizaje automático.

Uso de SMDDP en un SageMaker HyperPod

Los siguientes son los requisitos del entorno de formación para utilizar la biblioteca SMDDP en. 
SageMaker HyperPod

• libstdc++versión de tiempo de ejecución superior a 3.

• PyTorch 2.0.1 con cuda 11.8

• Python 3.10.x

• ml.p4d.24xlargeyml.p4de.24xlarge, que son tipos de instancia compatibles con la 
biblioteca SMDDP

• imdsv2habilitado en el anfitrión de entrenamiento

Según dónde ejecute el trabajo de formación distribuido, puede utilizar la biblioteca SMDDP de la 
siguiente manera.

Para instalar la biblioteca SMDDP en DLAMI SageMaker HyperPod

• pip install --no-cache-dir https://smdataparallel.s3.amazonaws.com/
binary/pytorch/2.0.1/cu118/2023-11-17/smdistributed_dataparallel-2.0.2-
cp310-cp310-linux_x86_64.whl

Note

Si trabaja en un entorno conda, asegúrese de que PyTorch se instale mediante y no.
conda install pip

conda install pytorch==2.0.1  torchvision==0.15.2 torchaudio==2.0.2 pytorch-
cuda=11.8 -c pytorch -c nvidia

Para usar la biblioteca SMDDP en un contenedor de Docker

• La biblioteca SMDDP viene preinstalada en los SageMaker Deep Learning Containers (DLC). 
Para ver la lista de los DLC de SageMaker marcos disponibles en la biblioteca SMDDP, consulte 

Ejecute trabajos en HyperPod clústeres 1345



Amazon SageMaker Guía para desarrolladores

los marcos compatibles en la documentación de la biblioteca de paralelismo de datos. PyTorch 
SageMaker También puedes usar tu propio contenedor de Docker con las dependencias 
necesarias instaladas para usar la biblioteca SMDDP. Para obtener más información sobre cómo 
configurar un contenedor Docker personalizado para usar la biblioteca SMDDP, consulta también.
the section called “Crea tu propio contenedor docker con la biblioteca”

Important

Para usar la biblioteca SMDDP en un contenedor de Docker, debe vincular y montar el
/var/log directorio de la máquina host al contenedor. /var/log Para ello, añada la 
siguiente opción al ejecutar el contenedor.

docker run <OTHER_OPTIONS> -v /var/log:/var/log ...

Adapte su script de PyTorch entrenamiento para utilizar la biblioteca SMDDP

A partir de la biblioteca de paralelismo de datos SageMaker distribuido (SMDDP) v1.4.0, puede 
utilizar la biblioteca como una opción de backend para el paquete distribuido. PyTorch Para usar el 
SMDDP AllReduce y las operaciones AllGather colectivas, solo necesita importar la biblioteca 
SMDDP al principio del guion de entrenamiento y configurar SMDDP como el servidor de los 
módulos distribuidos durante la inicialización del grupo de procesos. PyTorch Con la especificación 
de backend de una sola línea, puede mantener intactos todos los módulos distribuidos nativos 
PyTorch y todo el guion de formación. Los siguientes fragmentos de código muestran cómo utilizar 
la biblioteca SMDDP como backend de los paquetes de formación distribuidos PyTorch basados 
en PyTorchdatos: distributed data parallel (DDP), PyTorch fully sharded data paralelism (FSDP) y 
Megatron-. DeepSpeedDeepSpeed

PyTorch Para DDP o FSDP

Inicialice el grupo de procesos de la siguiente manera.

import torch.distributed as dist
import smdistributed.dataparallel.torch.torch_smddp 
   
dist.init_process_group(backend="smddp")
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Note

(Solo para trabajos de PyTorch DDP) Actualmente, el smddp backend no admite la creación 
de grupos de subprocesos con la API. torch.distributed.new_group() Tampoco 
puedes usar el smddp backend simultáneamente con otros backends de grupos de procesos, 
como y. NCCL Gloo

Para DeepSpeed o Megatron- DeepSpeed

Inicialice el grupo de procesos de la siguiente manera.

import deepspeed
import smdistributed.dataparallel.torch.torch_smddp 
   
deepspeed.init_distributed(dist_backend="smddp")

Note

Para usar SMDDP AllGather con los lanzadores mpirun basados 
(smdistributedypytorchddp) integradosthe section called “Paso 2: Inicie un trabajo de 
formación distribuido”, también debes configurar la siguiente variable de entorno en tu script 
de entrenamiento.

export SMDATAPARALLEL_OPTIMIZE_SDP=true

Para obtener una guía general sobre cómo escribir un guion de entrenamiento del PyTorch FSDP, 
consulte Capacitación avanzada de modelos con datos completamente fragmentados en paralelo 
(FSDP) en la documentación. PyTorch

Para obtener orientación general sobre cómo escribir un guion de formación sobre PyTorch DDP, 
consulte Introducción a los datos distribuidos en paralelo en la PyTorch documentación.

SageMaker HyperPod resiliencia de clústeres

SageMaker HyperPod proporciona las siguientes funciones de resiliencia del clúster.

Temas
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• Verificación del estado del clúster

• Reanudación automática

• Cómo reemplazar una instancia defectuosa fuera de la reanudación SageMaker HyperPod 
automática

Verificación del estado del clúster

En esta sección, se describe el conjunto de comprobaciones de estado que se SageMaker HyperPod 
utilizan para supervisar periódicamente el estado de las instancias del clúster para detectar 
problemas con dispositivos como los aceleradores (núcleos de GPU y Trainium) y las redes (EFA).

Categoría Nombre de la utilidad Compatibilidad de los 
tipos de instancias

Descripción

Políticas de DCGM GPU Cada instancia del 
clúster supervisa de 
forma continua todas 
las políticas relaciona 
das con la GPU, 
incluidos los errores 
XID, con NVIDIA 
DCGM.

NVIDIA SMI GPU La utilidad nvidia-
smi es una CLI 
muy conocida 
para administrar y 
monitorear las GPU. 
El comprobador de 
estado integrado 
analiza el resultado 
para determinar el 
estado de nvidia-
smi  la instancia.

Acelerador

Sistemas neuronales Trainium En los casos 
alimentados por 
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Trainium, el estado 
de los dispositi 
vos neuronales se 
determina mediante 
la lectura de los 
contadores de los 
sistemas neuronales 
propagados directame 
nte por el conductor 
de la neurona.

Network EFA GPU y Trainium Para facilitar el 
diagnóstico de los 
dispositivos Elastic 
Fabric Adaptor (EFA), 
el comprobador 
de estado del EFA 
realiza una serie de 
pruebas de conectivi 
dad con todas las 
tarjetas EFA disponibl 
es en la instancia.

¿Estrés Diagnóstico DCGM GPU El diagnóstico DCGM
de nivel 2 se utiliza 
para ejercitar las 
GPU del sistema y 
presionarlas para 
obtener una visión 
exhaustiva del estado 
de las mismas.
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estrés de la CPU GPU y Trainium El estado de la 
CPU se determina 
mediante la herramien 
ta de stress de Linux, 
que ejecuta varios 
subprocesos para 
lograr el 100% de 
utilización de la CPU 
y realizar operaciones 
de E/S.

Reanudación automática

En esta sección, se describe cómo ejecutar un trabajo de formación con la función de SageMaker 
HyperPod reanudación automática, que proporciona una infraestructura de resiliencia sin 
intervención para recuperar automáticamente un trabajo de formación del último punto de control 
guardado en caso de que se produzca un fallo de hardware en clústeres con más de 16 nodos.

Con la función de reanudación automática, si un trabajo falla debido a un fallo de hardware o a algún 
problema transitorio entre el entrenamiento, la SageMaker HyperPod reanudación automática inicia 
el flujo de trabajo de reemplazo de nodos y reinicia el trabajo después de reemplazar los nodos 
defectuosos.

Uso de la SageMaker HyperPod función de reanudación automática con Slurm

Cuando utilices la SageMaker HyperPod reanudación automática con Slurm, debes ejecutar el 
trabajo dentro de una asignación exclusiva adquirida mediante el uso de o. salloc sbatch En 
cualquier caso, debe modificar el script del punto de entrada para asegurarse de que todos los pasos 
de configuración se ejecuten en un solo srun comando al reanudar el trabajo. Mediante el script de 
punto de entrada, es importante configurar el entorno del nodo sustituido para que sea coherente con 
el entorno en el que se ejecutaba el paso de trabajo antes de detenerlo. El siguiente procedimiento 
muestra cómo preparar un script de punto de entrada para mantener la coherencia del entorno y 
ejecutarlo como un solo comando. srun
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Tip

Si lo usasbatch, puede simplificar el script por lotes creando un script independiente para 
configurar el entorno y usar un solo comando. srun

1. Cree un script con el siguiente ejemplo de código y guárdelo comotrain_auto_resume.sh. 
Este script implementa las configuraciones del entorno de entrenamiento suponiendo que 
anteriormente no se haya realizado ninguna configuración manual en el nodo reemplazado. Esto 
garantiza que el entorno sea independiente de los nodos, de modo que cuando se reemplaza un 
nodo, se aprovisiona el mismo entorno en el nodo antes de reanudar el trabajo.

Note

El siguiente ejemplo de código muestra cómo descubrir la lista de nodos de Slurm 
asociada al trabajo. No utilice la variable de $SLURM_JOB_NODELIST entorno 
proporcionada por Slurm, ya que su valor podría estar desactualizado una vez que 
se SageMaker HyperPod reanude automáticamente el trabajo. El siguiente ejemplo 
de código muestra cómo definir una nueva NODE_LIST variable para reemplazarla 
y, a continuaciónSLURM_JOB_NODELIST, configurar MASTER_ADDR las variables
MASTER_NODE y a partir de la variable. NODE_LIST

#!/bin/bash

# Filename: train_auto_resume.sh
# Sample containerized script to launch a training job with a single srun which can 
 be auto-resumed.

# Place your training environment setup here.  
# Example: Install conda, docker, activate virtual env, etc.

# Get the list of nodes for a given job
NODE_LIST=$(scontrol show jobid=$SLURM_JOBID | \ # Show details of the SLURM job 
            awk -F= '/NodeList=/{print $2}' | \  # Extract NodeList field 
            grep -v Exc)                         # Exclude nodes marked as excluded

# Determine the master node from the node list
MASTER_NODE=$(scontrol show hostname $NODE_LIST | \ # Convert node list to hostnames 
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              head -n 1)                            # Select the first hostname as 
 master node

# Get the master node address
MASTER_ADDR=$(scontrol show node=$MASTER_NODE | \ # Show node information 
              awk -F= '/NodeAddr=/{print $2}' | \ # Extract NodeAddr 
              awk '{print $1}')                   # Print the first part of NodeAddr

# Torchrun command to launch the training job
torchrun_cmd="torchrun --nnodes=$SLURM_NNODES \ 
                       --nproc_per_node=1 \ 
                       --node_rank=$SLURM_NODE \ 
                       --master-addr=$MASTER_ADDR \ 
                       --master_port=1234 \ 
                        <your_training_script.py>"

# Execute the torchrun command in the 'pytorch' Conda environment,  
# streaming output live
/opt/conda/bin/conda run --live-stream -n pytorch $torchrun_cmd

Tip

Puede usar el script anterior para agregar más comandos e instalar cualquier dependencia 
adicional para su trabajo. Sin embargo, le recomendamos que mantenga los scripts de 
instalación de dependencias en el conjunto de scripts del ciclo de vida que se utilizan 
durante la creación del clúster. Si utiliza un entorno virtual alojado en un directorio 
compartido, también puede utilizar este script para activar el entorno virtual.

2. Inicie el trabajo con la SageMaker HyperPod reanudación automática habilitada añadiendo 
la marca --auto-resume=1 para indicar que el srun comando debe volver a intentarse 
automáticamente en caso de fallo de hardware.

Note

Si ha configurado una asignación de recursos mediante sbatch osalloc, puede ejecutar 
varios srun comandos dentro de la asignación. En caso de error, la funcionalidad de 
SageMaker HyperPod reanudación automática solo funciona en el paso de trabajo actual 
del srun comando con el indicador--auto-resume=1. En otras palabras, la activación 
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de la reanudación automática en un srun comando no se aplica a otros srun comandos 
lanzados en una sesión de asignación de recursos.

A continuación, se muestran ejemplos de srun comandos con la auto-resume opción habilitada.

Uso de sbatch

Como la mayor parte de la lógica para configurar el entorno ya está 
establecidatrain_auto_resume.sh, el script por lotes debe ser simple y similar al siguiente 
ejemplo de código. Suponga que el siguiente script por lotes está guardado comobatch.sh.

#!/bin/bash
#SBATCH --nodes 2
#SBATCH --exclusive
srun --auto-resume=1 train_auto_resume.sh

Ejecute el script por lotes anterior mediante el siguiente comando.

sbatch batch.sh

Uso de salloc

Comience por adquirir una asignación exclusiva y ejecute el srun comando con la --auto-
resume bandera y el script de punto de entrada.

salloc -N 2 --exclusive
srun --auto-resume=1 train_auto_resume.sh

Cómo reemplazar una instancia defectuosa fuera de la reanudación SageMaker 
HyperPod automática

El reemplazo de nodos solo funciona con el aprovisionamiento de clústeres de Slurm mediante. 
SageMaker HyperPod En este caso, es posible que tengas que solicitar la sustitución de un nodo 
poniendo un nodo en mal estado en uno de los siguientes estados:"Down","Drained", o "Fail"
por un motivo. "Action:Replace" Los usuarios de Slurm con privilegios de administrador pueden 
hacerlo mediante el siguiente comando.
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Warning

Proceda con cuidado al ejecutar este comando. El nodo queda inutilizable hasta que se 
complete la sustitución.

scontrol update node=<ip-ipv4> state=fail reason="Action:Replace"

En el ejemplo de comando anterior, ip-ipv4 es necesario especificar un nombre de nodo de Slurm, 
que es igual al nombre del host de la instancia.

Tras ejecutar este comando, el nodo pasa al estado especificado (puede monitorizar el estado 
mediantesinfo) y se sustituye por el mismo nombre de host. Este proceso puede tardar unos 
minutos en función de las instancias disponibles en la zona de disponibilidad y del tiempo que tarde 
en ejecutarse los scripts del ciclo de vida. Mientras el proceso esté activo, evite cambiar el estado del 
nodo manualmente o reiniciar el controlador Slurm; si lo hace, podría producirse un error. Si el nodo 
no vuelve a su estado original (inactivo) después de un tiempo prolongado (más de 1 hora), póngase 
en contacto con AWSSupport.

SageMaker HyperPod administración de clústeres

Los siguientes temas tratan sobre el registro y la administración de SageMaker HyperPod clústeres.

Registro de SageMaker HyperPod eventos

Todos los eventos y registros de SageMaker HyperPod se guardan en Amazon CloudWatch con el 
nombre del grupo de registros/aws/sagemaker/Clusters/[ClusterName]/[ClusterID]. 
Cada llamada a la CreateCluster API crea un nuevo grupo de registros. La siguiente lista 
contiene todos los flujos de registro disponibles recopilados en cada grupo de registros.

Nombre del grupo de registros Nombre del flujo de registro

/aws/sagemaker/Clusters/[Cl 
usterName]/[ClusterID]

LifecycleConfig/[instance-group-
name]/[instance-id]
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Registro SageMaker HyperPod a nivel de instancia

Puede acceder a los LifecycleScript registros publicados CloudWatch durante la configuración de la 
instancia del clúster. Cada instancia del clúster creado genera un flujo de registro independiente, que 
se distingue por el LifecycleConfig/[instance-group-name]/[instance-id] formato.

Todos los registros en los que se escriben /var/log/provision/provisioning.log
se cargan en la CloudWatch secuencia anterior. Ejemplo LifecycleScripts de cómo
1.architectures/5.sagemaker_hyperpods/LifecycleScripts/base-configredirigir 
sus stdout y stderr a esta ubicación. Si está utilizando sus scripts personalizados, escriba sus 
registros en la /var/log/provision/provisioning.log ubicación en la que estén disponibles 
CloudWatch.

Etiquetado de recursos

AWSEl sistema de etiquetado ayuda a administrar, identificar, organizar, buscar y filtrar los recursos. 
SageMaker HyperPod admite el etiquetado, por lo que puede administrar los clústeres como un AWS 
recurso. Durante la creación o edición de un clúster existente, puede añadir o editar etiquetas para 
el clúster. Para obtener más información sobre el etiquetado en general, consulta Cómo etiquetar tus 
AWS recursos.

Uso de la interfaz de usuario de la consola SageMaker HyperPod

Al crear un clúster nuevo y editarlo, puede añadir, eliminar o editar etiquetas.

Uso de las SageMaker HyperPod API

Cuando escribas un archivo de solicitud de UpdateClusterAPI CreateClustero un archivo de solicitud 
de API en formato JSON, edita la Tags sección.

Usa los comandos AWS CLI de etiquetado para SageMaker

Para etiquetar un clúster

aws sagemaker add-tagsUtilícelo de la siguiente manera.

aws sagemaker add-tags --resource-arn cluster_ARN --tags Key=string,Value=string

Para quitar la etiqueta de un clúster
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Utilícelo de aws sagemaker delete-tagsla siguiente manera.

aws sagemaker delete-tags --resource-arn cluster_ARN --tag-keys "tag_key"

Para enumerar las etiquetas de un recurso

Use aws sagemaker list-tagslo siguiente.

aws sagemaker list-tags --resource-arn cluster_ARN

SageMaker HyperPod referencia

Utilice esta página de referencia para encontrar información y referencias más detalladas sobre 
SageMaker HyperPod.

SageMaker HyperPod precios

En los temas siguientes se proporciona información sobre SageMaker HyperPod los precios. Para 
obtener más información sobre el precio por hora del uso de SageMaker HyperPod instancias, 
consulta también  SageMaker los precios de Amazon.

Solicitudes de capacidad

Puede asignar capacidad informática reservada o bajo demanda SageMaker para utilizarla 
SageMaker HyperPod. La creación de clústeres bajo demanda asigna la capacidad disponible del 
grupo de capacidad SageMaker bajo demanda. Como alternativa, puede solicitar una capacidad 
reservada para garantizar el acceso enviando una solicitud para aumentar la cuota. A las solicitudes 
de capacidad entrantes se les asigna prioridad SageMaker y tú recibes un tiempo estimado para su 
asignación.

Facturación del servicio

Cuando aprovisiona una capacidad de cómputo SageMaker HyperPod, se le factura por la duración 
de la asignación de capacidad. SageMaker HyperPod la facturación aparece en tus facturas 
de aniversario con una partida que indica el tipo de asignación de capacidad (bajo demanda, 
reservada), el tipo de instancia y el tiempo dedicado a usarla.

Para enviar una solicitud de aumento de cuota, consultethe section called “SageMaker HyperPod 
cuotas”.
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SageMaker HyperPod APIs

La siguiente lista incluye un conjunto completo de SageMaker HyperPod API para enviar solicitudes 
de acción en formato JSON a SageMaker través de AWS CLI oAWS SDK for Python (Boto3).

• CreateCluster

• DeleteCluster

• DescribeCluster

• DescribeClusterNode

• ListClusterNodes

• ListClusters

• UpdateCluster

SageMaker HyperPod DLAMI

SageMaker HyperPod ejecuta la SageMaker HyperPod DLAMI, que se basa en la AMI AWS de GPU 
Deep Learning Base (Ubuntu 20.04).

El SageMaker HyperPod DLAMI se incluye con los siguientes paquetes adicionales.

• Sistema de archivos de red (NFS)

• Munge: 0.5.15

• Slurm: 23.2.3

• aws-neuronx-dkms: 2. *

• aws-neuronx-collectives: 2. *

• aws-neuronx-runtime-lib: 2. *

• aws-neuronx-tools: 2. *

• SageMaker HyperPod paquetes de software de clúster para admitir funciones como la 
comprobación del estado del clúster y la reanudación automática

plantillas de scripts de configuración del ciclo de vida

En el  GitHub repositorio de Awsome Distributed Training se proporcionan ejemplos de scripts de 
configuración del ciclo de vida.
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git clone https://github.com/aws-samples/awsome-distributed-training/

Plantillas de scripts de configuración de Slurm

Las plantillas de scripts de ciclo de vida para los trabajos de Slurm están disponibles en.
1.architectures/5.sagemaker_hyperpods/LifecycleScripts/base-config

• add_users.sh: una plantilla que puede utilizar para añadir usuarios de Slurm. Lee los usuarios 
de Linux shared_users_samples.txt y crea los usuarios correspondientes.

• lifecycle_script.py: Un script de Python para la configuración del ciclo de vida de Slurm.

• mount_fsx.sh: Un script para montar un fsx volumen. También ejecuta un servicio para 
comprobar automáticamente el montaje y volver a montarlo si es necesario.

• on_create.sh: obligatorio. Este es el script del punto de entrada, una plantilla que puede utilizar 
para configurar un nodo general. Esto es lo que proporciona CreateCluster yUpdateCluster.

• provisioning_parameters.json: El archivo de configuración principal para nombrar los 
nodos del clúster para configurar Slurm.

• setup_mariadb_accounting.sh: un script de configuración de MariaDB para aprovisionar la 
contabilidad de Slurm.

• shared_users_sample.txt: Un ejemplo de archivo de texto para añadir usuarios compartidos 
de Slurm.

• start_slurm.sh: Este script inicia el controlador Slurm en función del tipo de nodo de Slurm. Se 
inicia slurmctld para los nodos principales y para los nodos de procesamiento e inicio slurmd
de sesión.

SageMaker HyperPod Referencia de permisos de API

Cuando configure el control de acceso para permitir la ejecución de operaciones de SageMaker 
HyperPod API y redacte una política de permisos que pueda adjuntar a los usuarios de IAM para los 
administradores de la nube, utilice la siguiente tabla como referencia.

Operaciones de SageMaker la 
API de Amazon

Permisos necesarios 
(acciones de la API)

Recursos

CreateCluster sagemaker:CreateCl 
uster

arn:aws:sagemaker:
region:account-i 
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d :cluster/ cluster-i 
d

DeleteCluster sagemaker:DeleteCl 
uster

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

DescribeCluster sagemaker:Describe 
Cluster

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

DescribeClusterNode sagemaker:Describe 
ClusterNode

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

ListClusterNodes sagemaker:ListClus 
terNodes

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

ListClusters sagemaker:ListClus 
ters

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

UpdateCluster sagemaker:UpdateCl 
uster

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

Para obtener una lista completa de permisos y tipos de recursos para SageMaker las API, consulta
Acciones, recursos y claves de condición de Amazon SageMaker en la Referencia de autorización de 
AWS servicio.
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SageMaker HyperPod comandos en AWS CLI

Los siguientes son los AWS CLI comandos SageMaker HyperPod para ejecutar las operaciones 
principales de la HyperPod API.

• create-cluster

• delete-cluster

• describe-cluster

• describe-cluster-node

• list-cluster-nodes

• agrupaciones de listas

• clúster de actualizaciones

SageMaker HyperPod Módulos de Python en AWS SDK for Python (Boto3)

Los siguientes son los métodos del AWS SDK for Python (Boto3) cliente SageMaker para ejecutar 
las operaciones principales de la HyperPod API.

• create_cluster

• eliminar_clúster

• describe_cluster

• describe_cluster_node

• list_cluster_nodes

• list_clusters

• update_cluster

Notas de SageMaker HyperPod lanzamiento de Amazon

Consulta las siguientes notas de la versión para hacer un seguimiento de las últimas actualizaciones 
de Amazon SageMaker HyperPod.

SageMaker HyperPod Notas de lanzamiento: 29 de noviembre de 2023

• Lanzó Amazon SageMaker HyperPod en AWS re:Invent 2023.
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Utilice la IA generativa en entornos de SageMaker ordenadores 
portátiles

Jupyter AI es una extensión de código abierto que permite JupyterLab integrar capacidades de 
IA generativa en los cuadernos de Jupyter. Mediante la interfaz de chat de IA de Jupyter y los 
comandos mágicos, los usuarios experimentan con código generado a partir de instrucciones en 
lenguaje natural, explican el código existente, hacen preguntas sobre sus archivos locales, generan 
cuadernos completos y mucho más. La extensión conecta los cuadernos de Jupyter con grandes 
modelos de lenguaje (LLM) que los usuarios pueden usar para generar texto, código o imágenes, 
y para hacer preguntas sobre sus propios datos. Jupyter AI es compatible con proveedores de 
modelos generativos como AI21, Anthropic (AWSy SageMaker JumpStart Amazon Bedrock), Cohere 
y OpenAI.

El paquete de la extensión está incluido en la versión 1.2 y posteriores de Amazon SageMaker 
Distribution. Amazon SageMaker Distribution es un entorno Docker para la ciencia de datos y la 
computación científica que se utiliza como imagen predeterminada de las instancias de JupyterLab 
notebook. Los usuarios de diferentes entornos de IPython pueden instalar Jupyter AI manualmente.

En esta sección, ofrecemos una descripción general de las capacidades de IA de Jupyter y 
demostramos cómo configurar los modelos proporcionados por SageMaker JumpStart Amazon 
Bedrock desde nuestros portátiles Studio JupyterLabClassic. Para obtener información más detallada 
sobre el proyecto Jupyter AI, consulte su documentación. También puede consultar la entrada del 
blog La IA generativa en Jupyter para obtener una descripción general y ejemplos de las principales 
capacidades de la IA de Jupyter.

Antes de usar la IA de Jupyter e interactuar con tus LLM, asegúrate de cumplir los siguientes 
requisitos previos:

• En el caso de los modelos alojados porAWS, debe tener el ARN de su SageMaker punto de 
conexión o tener acceso a Amazon Bedrock. En el caso de otros proveedores de modelos, debe 
utilizar la clave de API para autenticar y autorizar las solicitudes a su modelo. Jupyter AI es 
compatible con una amplia gama de proveedores de modelos y modelos de lenguaje. Consulte la 
lista de modelos compatibles para mantenerse actualizado sobre los últimos modelos disponibles. 
Para obtener información sobre cómo implementar un modelo en SageMaker JumpStart, consulte
Implementación de un modelo en la SageMaker JumpStart documentación. Debe solicitar acceso a
Amazon Bedrock para usarlo como proveedor de modelos.
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• Asegúrese de que las bibliotecas de IA de Jupyter estén presentes en su entorno. Si no es así, 
instale el paquete necesario siguiendo las instrucciones que se indican en. Instale Jupyter AI

• Familiarícese con las capacidades de Jupyter AI en. Características de Jupyter AI

• Configure los modelos de destino que desee utilizar siguiendo las instrucciones de. Configure su 
proveedor de modelos

Tras completar los pasos previos, puede continuar conUtilice Jupyter AI en nuestro Studio Classic 
JupyterLab .

Temas

• Instale Jupyter AI

• Características de Jupyter AI

• Configure su proveedor de modelos

• Utilice Jupyter AI en nuestro Studio Classic JupyterLab

Instale Jupyter AI

Para los usuarios  SageMakerde Amazon Distribution, recomendamos seleccionar la versión 1.2 o 
posterior de la imagen de SageMaker distribución. No es necesaria ninguna instalación adicional. 
Los usuarios de JupyterLab in Studio pueden elegir la versión de su Amazon SageMaker Distribution 
al crear un espacio.

Para los usuarios de otros entornos de IPython, la versión del paquete Jupyter AI recomendado 
depende de la versión JupyterLab que estén utilizando.

La distribución Jupyter AI consta de dos paquetes.

• jupyter_ai: Este paquete proporciona una JupyterLab extensión y una interfaz de usuario (UI) 
de chat nativa. Actúa como un asistente de conversación utilizando el modelo de lenguaje grande 
que elijas.

• jupyter_ai_magics: Este paquete proporciona el iPython %%ai y los comandos %ai mágicos 
con los que puede invocar un modelo de lenguaje grande (LLM) desde las celdas de su cuaderno.
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Note

La instalación también instalajupyter_ai. jupyter_ai_magics Sin embargo, puede 
instalarlo de jupyter_ai_magics forma independiente sin JupyterLab ojupyter_ai. Los 
comandos %%ai mágicos %ai funcionan en cualquier entorno de kernel de IPython. Si solo lo 
instalasjupyter_ai_magics, no podrás usar la interfaz de chat.

Para los usuarios de JupyterLab 3, en particular los usuarios de Studio Classic, recomendamos 
instalar la jupyter-ai versión 1.5.x o cualquier versión 1.x posterior. Sin embargo, recomendamos 
encarecidamente utilizar Jupyter AI con la versión 4. JupyterLab Es posible que la jupyter-ai
versión compatible con JupyterLab 3 no permita a los usuarios configurar parámetros adicionales del 
modelo, como la temperatura, el muestreo top-k y top-p, el número máximo de fichas o la longitud 
máxima, o los acuerdos de licencia de aceptación por parte del usuario.

Para los usuarios de JupyterLab 4 entornos que no utilizan SageMaker Distribution, recomendamos 
instalar la jupyter-ai versión 2.5.x o cualquier versión 2.x posterior.

Consulte las instrucciones de instalación en la sección de instalación de la documentación de Jupyter
AI.

Características de Jupyter AI

Puedes acceder a las funciones de IA de Jupyter a través de dos métodos distintos: mediante la 
interfaz de chat o mediante comandos mágicos en los cuadernos.

Desde la interfaz de usuario del chat (asistente de IA)

La interfaz de chat te conecta con Jupyternaut, un agente conversacional que utiliza el modelo de 
idioma que elijas.

Tras lanzar una JupyterLab aplicación instalada con Jupyter AI, puedes acceder a la interfaz de chat 
seleccionando el icono

del chat en el panel de navegación izquierdo. A los usuarios primerizos se les pide que configuren su 
modelo. Consulte Configura tu proveedor de modelos en la interfaz de usuario del chat para obtener 
instrucciones de configuración.
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Con la interfaz de usuario del chat, puede:

• Responda a las preguntas: por ejemplo, puede pedirle a Jupyternaut que cree una función de 
Python que añada archivos CSV a un bucket de Amazon S3. Posteriormente, puede refinar su 
respuesta con una pregunta complementaria, como añadir un parámetro a la función para elegir la 
ruta en la que se escriben los archivos.

• Interactúa con los archivos en JupyterLab: puedes incluir una parte de tu bloc de notas en el 
mensaje seleccionándola. A continuación, puede sustituirla por la respuesta sugerida por el 
modelo o copiarla manualmente en el portapapeles.

• Genera cuadernos completos a partir de mensajes: si empiezas tu mensaje con/generate, 
se activa un proceso de generación de cuadernos en segundo plano sin interrumpir el uso de 
Jupyternaut. Al finalizar el proceso, aparecerá un mensaje con el enlace al nuevo archivo.

• Aprenda de los archivos locales y haga preguntas sobre ellos: con el /learn comando, puede 
enseñar un modelo de incrustación de su elección sobre los archivos locales y, a continuación, 
hacer preguntas sobre esos archivos mediante el /ask comando. Jupyter AI almacena el 
contenido incrustado en una base de datos vectorial FAISS local y, a continuación, utiliza la 
generación de recuperación aumentada (RAG) para proporcionar respuestas basadas en lo que ha 
aprendido. Para borrar toda la información previamente aprendida de su modelo de incrustación, 
utilice. /learn -d

Para obtener una lista completa de funciones e instrucciones detalladas sobre su uso, consulte la 
documentación de la interfaz de chat Jupyter AI. Para obtener información sobre cómo configurar el 
acceso a un modelo en Jupyternaut, consulte. Configura tu proveedor de modelos en la interfaz de 
usuario del chat

Desde celdas de cuadernos

Mediante %%ai comandos %ai mágicos, puede interactuar con el modelo de lenguaje que prefiera 
desde las celdas de su cuaderno o desde cualquier interfaz de línea de comandos de IPython. 
El %%ai comando aplica tus instrucciones a toda la celda, mientras que las %ai aplica a la línea 
específica.

El siguiente ejemplo ilustra un comando %%ai mágico que invoca un modelo de Claude antrópico 
para generar un archivo HTML que contiene la imagen de un cuadrado blanco con bordes negros.

%%ai anthropic:claude-v1.2 -f html
Create a square using SVG with a black border and white fill.
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Para obtener información sobre la sintaxis de cada comando, utilice. %ai help Para ver una lista de 
los proveedores y modelos compatibles con la extensión, ejecute%ai list.

Para obtener una lista completa de funciones e instrucciones detalladas sobre su uso, consulta la 
documentación de los comandos mágicos de Jupyter AI. En concreto, puede personalizar el formato 
de salida de su modelo mediante el --format parámetro -f o, permitir la interpolación de variables 
en las solicitudes, incluidas las variables especiales In y Out las variables, etc.

Para obtener información sobre cómo configurar el acceso a un modelo, consulte. Configure su 
proveedor de modelos en un cuaderno

Configure su proveedor de modelos

Note

En esta sección, asumimos que el lenguaje y los modelos de incrustación que planea usar 
ya están implementados. En el caso de los modelos proporcionados porAWS, ya debe tener 
el ARN de su SageMaker punto de conexión o acceso a Amazon Bedrock. En el caso de 
otros proveedores de modelos, debe utilizar la clave de API para autenticar y autorizar las 
solicitudes a su modelo.
Jupyter AI es compatible con una amplia gama de proveedores de modelos y modelos de 
lenguaje. Consulte la lista de modelos compatibles para mantenerse actualizado sobre los 
últimos modelos disponibles. Para obtener información sobre cómo implementar un modelo 
proporcionado por SageMaker JumpStart, consulte Implementación de un modelo en la 
SageMaker JumpStart documentación. Debe solicitar acceso a Amazon Bedrock para usarlo 
como proveedor de modelos.

La configuración de Jupyter AI varía en función de si utilizas la interfaz de usuario del chat o los 
comandos mágicos.

Configura tu proveedor de modelos en la interfaz de usuario del chat

Note

Puede configurar varios LLM y modelos de incrustación siguiendo las mismas instrucciones. 
Sin embargo, debe configurar al menos un modelo de idioma.
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Para configurar la interfaz de usuario del chat

1. En JupyterLab, accede a la interfaz de chat seleccionando el icono de chat

en el panel de navegación izquierdo.

2. Selecciona el icono de configuración

en la esquina superior derecha del panel izquierdo. Esto abre el panel de configuración de 
Jupyter AI.

3. Rellene los campos relacionados con su proveedor de servicios.

• Para modelos proporcionados por SageMaker JumpStart Amazon Bedrock

• En la lista desplegable de modelos de lenguaje, seleccione sagemaker-endpoint los 
modelos implementados con SageMaker JumpStart o bedrock gestionados por Amazon 
Bedrock.

• Los parámetros varían en función de si el modelo se implementa en Amazon Bedrock 
SageMaker o en Amazon.

• Para los modelos implementados con SageMaker JumpStart:

• Introduzca el nombre de su terminal en Nombre del terminal y, a continuación, el 
nombre Región de AWS en el que está desplegado el modelo en el nombre de 
la región. Para recuperar el ARN de los puntos finales, navegue hasta Inferencia 
y SageMaker puntos finales y, a continuación, seleccione Inferencia https:// 
console.aws.amazon.com/sagemaker/ y puntos finales en el menú de la izquierda.

• Pegue el JSON del esquema de solicitud adaptado a su modelo y la ruta de respuesta
correspondiente para analizar el resultado del modelo.

Note

Puede encontrar el formato de solicitud y respuesta de varios modelos básicos 
SageMaker JumpStart en los siguientes cuadernos de ejemplo. Cada cuaderno 
lleva el nombre del modelo que muestra.

• Para los modelos gestionados por Amazon Bedrock: añada el AWS perfil que almacena 
sus AWS credenciales en el sistema (opcional) y, a continuación, el perfil Región de AWS 
en el que se implementa el modelo en el nombre de la región.
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• (Opcional) Seleccione un modelo de incrustación al que tenga acceso. Los modelos de 
incrustación se utilizan para capturar información adicional de los documentos locales, 
lo que permite que el modelo de generación de texto responda a preguntas dentro del 
contexto de esos documentos.

• Seleccione Guardar cambios y navegue hasta el icono de flecha izquierda

en la esquina superior izquierda del panel izquierdo. Esto abre la interfaz de chat de Jupyter 
AI. Puedes empezar a interactuar con tu modelo.

• Para modelos alojados por proveedores externos

• En la lista desplegable del modelo de idioma, selecciona tu ID de proveedor. Puedes 
encontrar los detalles de cada proveedor, incluida su identificación, en la lista de 
proveedores modelo de Jupyter AI.

• (Opcional) Seleccione un modelo de incrustación al que tenga acceso. Los modelos de 
incrustación se utilizan para capturar información adicional de los documentos locales, 
lo que permite que el modelo de generación de texto responda a preguntas dentro del 
contexto de esos documentos.

• Inserta las claves de API de tus modelos.

• Selecciona Guardar cambios y navega hasta el icono de flecha izquierda situado

en la esquina superior izquierda del panel izquierdo. Esto abre la interfaz de chat de Jupyter 
AI. Puedes empezar a interactuar con tu modelo.

La siguiente instantánea es una ilustración del panel de configuración de la interfaz de usuario 
del chat configurado para invocar un modelo FLAN-T5-Small proporcionado e implementado en. 
SageMaker JumpStart SageMaker
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Transfiera parámetros de modelo adicionales y parámetros personalizados a su solicitud

Es posible que su modelo necesite parámetros adicionales, como un atributo personalizado para la 
aprobación del acuerdo de usuario o ajustes en otros parámetros del modelo, como la temperatura 
o la longitud de respuesta. Recomendamos configurar estos ajustes como una opción de inicio de 
la JupyterLab aplicación mediante una configuración de ciclo de vida. Para obtener información 
sobre cómo crear una configuración de ciclo de vida y adjuntarla a su dominio o a un perfil de usuario 
desde la SageMaker consola, consulte Crear y asociar una configuración de ciclo de vida. Puede 
elegir su script de LCC al crear un espacio para su JupyterLab aplicación.

Utilice el siguiente esquema JSON para configurar sus parámetros adicionales:

{ 
  "AiExtension": { 
    "model_parameters": { 
      "<provider_id>:<model_id>": { Dictionary of model parameters which is unpacked 
 and passed as-is to the provider.} 
      } 
    } 
  }
}

El siguiente script es un ejemplo de un archivo de configuración JSON que puede usar al crear una 
LCC de JupyterLab aplicaciones para establecer la longitud máxima de un modelo Jurassic-2 de 
AI21 Labs implementado en Amazon Bedrock. Aumentar la longitud de la respuesta generada por el 
modelo puede evitar el truncamiento sistemático de la respuesta del modelo.

#!/bin/bash
set -eux

mkdir -p /home/sagemaker-user/.jupyter

json='{"AiExtension": {"model_parameters": {"bedrock:ai21.j2-mid-v1": {"model_kwargs": 
 {"maxTokens": 200}}}}}'
# equivalent to %%ai bedrock:ai21.j2-mid-v1 -m {"model_kwargs":{"maxTokens":200}}

# File path
file_path="/home/sagemaker-user/.jupyter/jupyter_jupyter_ai_config.json"

#jupyter --paths
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# Write JSON to file
echo "$json" > "$file_path"

# Confirmation message
echo "JSON written to $file_path"

restart-jupyter-server

# Waiting for 30 seconds to make sure the Jupyter Server is up and running
sleep 30

El siguiente script es un ejemplo de un archivo de configuración JSON para crear una JupyterLab 
aplicación LCC que se utiliza para establecer parámetros de modelo adicionales para un modelo 
Anthropic Claude implementado en Amazon Bedrock.

#!/bin/bash
set -eux

mkdir -p /home/sagemaker-user/.jupyter

json='{"AiExtension": {"model_parameters": {"bedrock:anthropic.claude-v2":
{"model_kwargs":{"temperature":0.1,"top_p":0.5,"top_k":25
0,"max_tokens_to_sample":2}}}}}'
# equivalent to %%ai bedrock:anthropic.claude-v2 -m {"model_kwargs":
{"temperature":0.1,"top_p":0.5,"top_k":250,"max_tokens_to_sample":2000}}

# File path
file_path="/home/sagemaker-user/.jupyter/jupyter_jupyter_ai_config.json"

#jupyter --paths

# Write JSON to file
echo "$json" > "$file_path"

# Confirmation message
echo "JSON written to $file_path"

restart-jupyter-server

# Waiting for 30 seconds to make sure the Jupyter Server is up and running
sleep 30
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Una vez que haya adjuntado su LCC a su dominio o perfil de usuario, añada su LCC a su espacio 
al lanzar la aplicación. JupyterLab Para garantizar que la LCC actualice el archivo de configuración, 
ejecútelo more ~/.jupyter/jupyter_jupyter_ai_config.json en una terminal. El 
contenido del archivo debe corresponder al contenido del archivo JSON pasado a la LCC.

Configure su proveedor de modelos en un cuaderno

Para invocar un modelo mediante Jupyter AI en libretas JupyterLab o Studio Classic mediante los 
comandos y mágicos %%ai%ai

1. Instale las bibliotecas cliente específicas de su proveedor de modelos en su entorno de 
portátiles. Por ejemplo, cuando se utilizan modelos OpenAI, es necesario instalar la biblioteca
openai cliente. Puedes encontrar la lista de bibliotecas cliente requeridas por proveedor en la 
columna de paquetes de Python de la lista de proveedores del modelo de IA de Jupyter.

Note

En el caso de los modelos alojados porAWS, ya boto3 está instalado en la imagen de 
SageMaker distribución utilizada por JupyterLab Studio Classic o en cualquier imagen de 
ciencia de datos utilizada con Studio Classic.

2. • Para los modelos alojados por AWS

Asegúrese de que su función de ejecución tenga permiso para invocar su SageMaker punto 
de conexión para los modelos proporcionados por Amazon Bedrock SageMaker JumpStart o 
de que usted tenga acceso a ellos.

• Para modelos alojados por proveedores externos

Exporte la clave API de su proveedor al entorno de su portátil mediante variables de entorno. 
Puedes usar el siguiente comando mágico. Sustituya la provider_API_key variable del 
comando por la variable de entorno que se encuentra en la columna de variables de entorno
de la lista de proveedores del modelo de IA de Jupyter correspondiente a su proveedor.

%env provider_API_key=your_API_key
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Utilice Jupyter AI en nuestro Studio Classic JupyterLab

Usa modelos de lenguaje de la interfaz de usuario del chat

Redacta tu mensaje en el cuadro de texto de la interfaz de usuario del chat para empezar a 
interactuar con tu modelo. Para borrar el historial de mensajes, usa el /clear comando.

Note

Al borrar el historial de mensajes no se borra el contexto del chat con el proveedor del 
modelo.

Utilice modelos lingüísticos de las celdas de un cuaderno

Antes de usar los %ai comandos %%ai y para invocar un modelo de lenguaje, cargue la extensión 
IPython ejecutando el siguiente comando en una celda de un cuaderno JupyterLab o de Studio 
Classic.

%load_ext jupyter_ai_magics

• Para los modelos alojados por: AWS

• Para invocar un modelo desplegado en SageMaker, pasa la cadena sagemaker-
endpoint:endpoint-name al comando %%ai mágico con los parámetros necesarios que 
aparecen a continuación y, a continuación, añade tu mensaje en las siguientes líneas.

En la siguiente tabla se enumeran los parámetros obligatorios y opcionales al invocar modelos 
alojados por Amazon Bedrock SageMaker o Amazon.

Nombre del 
parámetro

Parámetro Versión corta Descripción

Esquema de 
solicitud

--request-
schema

-q Obligatorio: el 
objeto JSON que 
espera el punto 
final, y el indicador 
se sustituye por 
cualquier valor 
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Nombre del 
parámetro

Parámetro Versión corta Descripción

que coincida con 
el literal de la 
cadena<prompt>.

Nombre de la región 
de 

--region-name -n Obligatorio: el 
Región de AWS 
lugar donde se 
implementa el 
modelo.

Ruta de respuesta --response-
path

-p Necesaria: una 
cadena JSONPath 
utilizada para extraer 
el resultado del 
modelo de lenguaje 
de la respuesta 
JSON del punto final.
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Nombre del 
parámetro

Parámetro Versión corta Descripción

Parámetros adicional 
es del modelo

--model-p 
arameters

-m Opcional: un valor 
JSON que especific 
a los parámetros 
adicionales que se 
pasarán al modelo. 
El valor aceptado 
se analiza en un 
diccionario, se 
desempaqueta y se 
pasa directamente 
a la clase proveedor 
a. Esto resulta útil 
cuando el punto 
final o el modelo 
requieren parámetro 
s personalizados. 
Por ejemplo, en 
los modelos Llama 
2, si es necesario 
aceptar el acuerdo 
de licencia de 
usuario final (EULA), 
puedes transferi 
r la aceptación 
del EULA al punto 
final utilizando. -
m {"endpoin 
t_kwargs" 
:{"Custom 
Attribute 
s":"accep 
t_eula=tr 
ue"}}  Como 
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Nombre del 
parámetro

Parámetro Versión corta Descripción

alternativa, puede 
utilizar el -m
parámetro para 
transferir parámetro 
s adicionales al 
modelo, como 
establecer el número 
máximo de símbolos 
para la respuesta 
generada por 
un modelo. Por 
ejemplo, cuando 
se trabaja con un 
modelo jurásico 
de AI21 Labs:. -
m {"model_k 
wargs":{" 
maxTokens 
":256}}

Formato de salida --format -f Opcional: la pantalla 
de IPython utilizada 
para renderizar 
la salida. Puede 
ser cualquiera 
de los siguiente 
s valores[code|
html|image|j 
son|markdown|
math|md|text] , 
siempre que el 
modelo invocado 
admita el formato 
especificado.
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El siguiente comando invoca un modelo Llama2-7b hospedado por. SageMaker

%%ai sagemaker-endpoint:jumpstart-dft-meta-textgeneration-llama-2-7b -q 
 {"inputs":"<prompt>","parameters":
{"max_new_tokens":64,"top_p":0.9,"temperature":0.6,"return_full_text":false}} 
 -n us-east-2 -p [0].generation -m {"endpoint_kwargs":
{"CustomAttributes":"accept_eula=true"}} -f text
Translate English to French:
sea otter => loutre de mer
peppermint => menthe poivrée
plush girafe => girafe peluche
cheese =>

El siguiente ejemplo invoca un modelo FLAN-T5-small hospedado por. SageMaker

%%ai sagemaker-endpoint:hf-text2text-flan-t5-small --request-
schema={"inputs":"<prompt>","parameters":{"num_return_sequences":4}} --region-
name=us-west-2 --response-path=[0]["generated_text"] -f text
What is the atomic number of Hydrogen?

• Para invocar un modelo implementado en Amazon Bedrock, pase la cadena bedrock:model-
name al comando %%ai mágico con cualquier parámetro opcional definido en la lista de
parámetros para invocar modelos alojados en SageMaker JumpStart Amazon Bedrock y, a 
continuación, añada su mensaje en las siguientes líneas.

El siguiente ejemplo invoca un modelo Jurassic-2 de AI21 Labs alojado en Amazon Bedrock.

%%ai bedrock:ai21.j2-mid-v1 -m {"model_kwargs":{"maxTokens":256}} -f code
Write a function in python implementing a bubbble sort.

• Para modelos alojados por proveedores externos

Para invocar un modelo alojado por proveedores externos, pasa la cadena provider-
id:model-name al comando %%ai mágico con una opción y, a continuación Output format, 
añade tu mensaje en las siguientes líneas. Puedes encontrar los detalles de cada proveedor, 
incluido su identificador, en la lista de proveedores de modelos de Jupyter AI.

El siguiente comando pide a un modelo de Anthropic Claude que genere un archivo HTML que 
contiene la imagen de un cuadrado blanco con bordes negros.
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%%ai anthropic:claude-v1.2 -f html
Create a square using SVG with a black border and white fill.
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Etiquetado de datos en un entorno humano
Para entrenar un modelo de machine learning, necesita un conjunto de datos grande, de alta calidad 
y etiquetado. Puede etiquetar sus datos con Amazon SageMaker Ground Truth. Elija uno de los tipos 
de tareas integrados de Ground Truth o cree su propio flujo de trabajo de etiquetado personalizado. 
Para mejorar la precisión y reducir el costo total de etiquetar los datos, utilice las características de 
etiquetado de datos mejoradas de Ground Truth, como el etiquetado de datos automatizado y la
consolidación de anotaciones.

Temas

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Usa Amazon SageMaker Ground Truth Plus para etiquetar datos

• Utilizar los datos sintéticos de Amazon SageMaker Ground Truth para generar y etiquetar datos

• Creación y gestión de personal

• Referencia de Crowd HTML Elements

• Uso de Amazon Augmented AI para la revisión humana

Utilizar Amazon SageMaker Ground Truth para etiquetar datos

Para entrenar un modelo de machine learning, necesita un conjunto de datos grande, de alta calidad 
y etiquetado. Ground Truth ayuda a crear conjuntos de datos de entrenamiento de alta calidad para 
modelos de machine learning. Con Ground Truth puede utilizar trabajadores de Amazon Mechanical 
Turk, una empresa proveedora que usted elija o personal interno y privado junto con machine 
learning para poder crear un conjunto de datos etiquetados. Puede utilizar la salida del conjunto de 
datos etiquetados de Ground Truth para entrenar sus propios modelos. También puede utilizar la 
salida como conjunto de datos de entrenamiento para un modelo de Amazon SageMaker.

Dependiendo de la aplicación ML, puede elegir entre uno de los tipos de tareas integrados 
de Ground Truth para que los trabajadores generen tipos específicos de etiquetas para los 
datos. También puede crear un flujo de trabajo de etiquetado personalizado para proporcionar 
su propia interfaz de usuario y herramientas a los trabajadores que etiquetan sus datos. Para 
obtener más información sobre los tipos de tareas integrados de Ground Truth, consulte Tipos de 
tareas integrados. Para obtener información sobre cómo crear un flujo de trabajo de etiquetado 
personalizado, consulte Creación de flujos de trabajo de etiquetado personalizados.
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Para automatizar el etiquetado de sus conjuntos de datos de entrenamiento, si lo desea puede 
utilizar el etiquetado de datos automatizado, un proceso de Ground Truth que utiliza machine 
learning para decidir qué datos deben etiquetar los humanos. El etiquetado de datos automatizado 
puede reducir el tiempo de etiquetado y el esfuerzo manual necesarios. Para obtener más 
información, consulte Automatizar el etiquetado de datos. Para crear un flujo de trabajo de etiquetado 
personalizado, consulte Creación de flujos de trabajo de etiquetado personalizados.

Utilice herramientas integradas previamente o personalizadas para asignar las tareas de etiquetado 
a su conjunto de datos de capacitación. Una plantilla de interfaz de usuario de etiquetado es una 
página web que utiliza Ground Truth para presentar tareas e instrucciones a sus trabajadores. La 
consola de SageMaker ofrece plantillas integradas para etiquetar datos. Puede utilizar estas plantillas 
para comenzar o bien puede crear sus propias tareas e instrucciones usando nuestros componentes 
HTML 2.0. Para obtener más información, consulte Creación de flujos de trabajo de etiquetado 
personalizados.

Utilice el personal de su elección para etiquetar el conjunto de datos. Puede elegir su personal entre 
las opciones siguientes:

• El personal de Amazon Mechanical Turk de más de 500 000 contratistas independientes en todo el 
mundo.

• Un personal privado que cree a partir de sus trabajadores o contratistas para gestionar datos 
dentro de su organización.

• Una empresa proveedora que puede encontrar en AWS Marketplace que se especializa en 
servicios de etiquetado de datos.

Para obtener más información, consulte Creación y gestión de personal.

Puede almacenar sus conjuntos de datos en buckets de Amazon S3. Los buckets contienen tres 
cosas: los datos que van a etiquetar, un archivo de manifiesto de entrada que utiliza Ground Truth 
para leer los archivos de datos y un archivo de manifiesto de salida. El archivo de salida contiene los 
resultados del trabajo de etiquetado. Para obtener más información, consulte Usar datos de entrada 
y salida.

Los eventos de sus trabajos de etiquetado aparecen en Amazon CloudWatch en el grupo /aws/
sagemaker/LabelingJobs. CloudWatch utiliza el nombre del trabajo de etiquetado como nombre 
del flujo de registro.
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¿Es la primera vez que utiliza Ground Truth?

Si es la primera vez que utiliza Ground Truth, le recomendamos que realice el siguiente 
procedimiento:

1. Lea Introducción: en esta sección se explica cómo configurar su primer trabajo de etiquetado de 
Ground Truth.

2. Explorar otros temas: según sus necesidades, realice las siguientes tareas:

• Explore tipos de tareas integrados: utilice tipos de tareas integrados para agilizar el proceso de 
creación de un trabajo de etiquetado. Consulte Tipos de tareas integrados para obtener más 
información sobre los tipos de tareas integrados de Ground Truth.

• Administre su personal de etiquetado: cree nuevos equipos de trabajo y administre el personal 
existente. Para obtener más información, consulte Creación y gestión de personal.

• Obtenga información sobre los trabajos de etiquetado en streaming: cree un trabajo de 
etiquetado en streaming y envíe nuevos objetos del conjunto de datos a los trabajadores en 
tiempo real mediante un trabajo de etiquetado en ejecución permanente. Los trabajadores 
reciben continuamente nuevos objetos de datos para etiquetarlos mientras el trabajo de 
etiquetado esté activo y se les envíen nuevos objetos. Para obtener más información, consulte
Trabajos de etiquetado en streaming de Ground Truth.

3. Consulte Reference: esta sección describe las operaciones para automatizar operaciones de 
Ground Truth.

Introducción

En este vídeo se muestra cómo configurar y utilizar Amazon SageMaker Ground Truth. (Duración: 
9:37)

Para empezar a utilizar Amazon SageMaker Ground Truth, siga las instrucciones de las siguientes 
secciones. En las siguientes secciones se explica cómo utilizar la consola para crear un trabajo de 
etiquetado, asignar personal público o privado y enviar el trabajo de etiquetado al personal. También 
puede aprender a monitorizar el progreso de un trabajo de etiquetado.

Si desea crear un trabajo de etiquetado personalizado, consulte Creación de flujos de trabajo de 
etiquetado personalizados para obtener instrucciones.

Antes de crear un trabajo de etiquetado, debe cargar un conjunto de datos a un bucket de Amazon 
S3. Para obtener más información, consulte Usar datos de entrada y salida.
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Temas

• Paso 1: Antes de comenzar

• Paso 2: Crear un trabajo de etiquetado

• Paso 3: Seleccionar trabajadores

• Paso 4: Configurar la herramienta de cuadro delimitador

• Paso 5: Supervisar el trabajo de etiquetado

Paso 1: Antes de comenzar

Antes de empezar a utilizar la consola de SageMaker para crear un trabajo de etiquetado, debe 
configurar el conjunto de datos para utilizarlo. Haga lo siguiente:

1. Guarde dos imágenes en URL HTTP disponibles públicamente. Las imágenes se utilizan al 
crear instrucciones para completar una tarea de etiquetado. Las imágenes deben tener una 
relación de aspecto de alrededor de 2:1. Para este ejercicio, el contenido de las imágenes no es 
importante.

2. Cree un bucket de Amazon S3 para almacenar los archivos de entrada y salida. El bucket debe 
estar en la misma región en la que se ejecute Ground Truth. Anote el nombre del bucket, ya que 
lo usará durante el paso 2.

Ground Truth requiere que todos los buckets de S3 que contengan datos de imagen de entrada 
de trabajos de etiquetado tengan asociada una política de CORS. Para obtener más información 
sobre este cambio, consulte Requisito del permiso CORS.

3. Puede crear un rol de IAM o dejar que SageMaker lo cree con la política de IAM
AmazonSageMakerFullAccess. Consulte Creación de roles de IAM y asigne la siguiente política 
de permisos al usuario que está creando el trabajo de etiquetado:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "sagemakergroundtruth", 
            "Effect": "Allow", 
            "Action": [ 
                "cognito-idp:CreateGroup", 
                "cognito-idp:CreateUserPool", 
                "cognito-idp:CreateUserPoolDomain", 
                "cognito-idp:AdminCreateUser", 
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                "cognito-idp:CreateUserPoolClient", 
                "cognito-idp:AdminAddUserToGroup", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:UpdateUserPool" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Siguiente

Paso 2: Crear un trabajo de etiquetado

Paso 2: Crear un trabajo de etiquetado

En este paso, utilizará la consola para crear un trabajo de etiquetado. Indique a Amazon SageMaker 
Ground Truth el bucket de Amazon S3 donde se almacena el archivo de manifiesto y configure los 
parámetros del trabajo. Para obtener más información acerca de cómo almacenar datos en un bucket 
de Amazon S3, consulte Usar datos de entrada y salida.

Para crear un trabajo de etiquetado

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, elija Trabajos de etiquetado.

3. Seleccione Crear un trabajo de etiquetado para comenzar el proceso de creación de trabajo.

4. En la sección Información general del trabajo, proporcione la siguiente información:

• Nombre del trabajo: asigne un nombre descriptivo al trabajo de etiquetado. Este nombre se 
muestra en su lista de trabajos. El nombre debe ser único en su cuenta en una región de 
AWS.

• Nombre de atributo de la etiqueta: deje esta casilla desactivada, ya que el valor 
predeterminado es la mejor opción para este trabajo introductorio.

• Configuración de datos de entrada: seleccione Configuración de datos automatizada. Esta 
opción permite conectarse automáticamente a los datos de entrada en S3.

• Ubicación de S3 para conjuntos de datos de entrada: introduzca la ubicación de S3 en la que 
añadió las imágenes en el paso 1.
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• Ubicación de S3 para conjuntos de datos de salida: ubicación en la que se escriben los datos 
de salida en S3.

• Tipo de datos: utilice el menú desplegable para seleccionar Imagen. Ground Truth utilizará 
todas las imágenes que se encuentren en la ubicación de S3 para los conjuntos de datos de 
entrada como entrada del trabajo de etiquetado.

• Rol de IAM: elija o cree un rol de IAM que tenga asociada la política de IAM 
AmazonSageMakerFullAccess.

5. En la sección Tipo de tarea, en el campo Categoría de tarea, elija Imagen.

6. En la Selección de tarea, elija Cuadro delimitador.

7. Elija Siguiente para ir a la configuración del trabajo de etiquetado.

Siguiente

Paso 3: Seleccionar trabajadores

Paso 3: Seleccionar trabajadores

En este paso se selecciona el personal que se encargará de etiquetar el conjunto de datos. Se 
recomienda crear una plantilla privada para probar Amazon SageMaker Ground Truth. Utilice 
direcciones de correo electrónico para invitar a los miembros de su personal. Si crea personal 
privado en este paso, no podrá importar más adelante su grupo de usuarios de Amazon Cognito. 
Si desea crear personal privado con un grupo de usuarios de Amazon Cognito, consulte Gestionar 
un personal privado (Amazon Cognito) y utilice el personal de Mechanical Turk en su lugar en este 
tutorial.

Tip

Para obtener más información sobre las otras opciones de personal que puede utilizar con 
Ground Truth, consulte Creación y gestión de personal.

Para crear personal privado:

1. En la sección Empleados, elija Privado.

2. Si es la primera vez que utiliza personal privado, en el campo Direcciones de correo electrónico, 
especifique hasta 100 direcciones de correo electrónico. Las direcciones tienen que ir separados 
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por coma. Debe incluir su propia dirección de correo electrónico para formar parte del personal y 
poder ver las tareas de etiquetado de objetos de datos.

3. En el campo Nombre de la organización, escriba el nombre de su organización. Esta información 
sirve para personalizar el correo electrónico enviado para invitar a una persona al personal 
privado. Puede cambiar el nombre de la organización después de crear el grupo de usuarios a 
través de la consola.

4. En el campo Correo electrónico de contacto, escriba una dirección de correo electrónico que los 
miembros del personal utilizarán para notificar problemas con la tarea.

Si usted forma parte del personal privado, recibirá un correo electrónico similar al siguiente. Amazon, 
Inc. se sustituirá por la organización que haya introducido en el paso 3 del procedimiento anterior. 
Seleccione el enlace en el correo electrónico para iniciar sesión con la contraseña temporal 
proporcionada. Cambie la contraseña si se le solicita. Cuando inicie sesión correctamente, verá el 
portal del trabajador donde aparecen sus tareas de etiquetado.
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Tip

Encontrará el enlace al portal para trabajadores de su personal privado en la sección
Empleados de etiquetado del área de Ground Truth de la consola de SageMaker. Para ver el 
enlace, seleccione la pestaña Privado. El enlace se encuentra debajo del encabezado de La 
URL de inicio de sesión del portal de etiquetado en Resumen del personal privado.

Si utiliza el personal de Amazon Mechanical Turk para etiquetar el conjunto de datos, se le facturarán 
las tareas de etiquetado completadas en el conjunto de datos.
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Para utilizar el personal de Amazon Mechanical Turk:

1. En la sección Empleados, elija Público.

2. Establezca un Precio por tarea.

3. En su caso, elija El conjunto de datos no incluye contenido para adultos para confirmar que el 
conjunto de datos de muestra no presenta contenido para adultos. Esta información permite a 
Amazon SageMaker Ground Truth advertir a los trabajadores externos de Mechanical Turk de 
que podrían encontrar contenido potencialmente ofensivo en su conjunto de datos.

4. Seleccione la casilla de verificación situada junto a la siguiente declaración para confirmar que 
el conjunto de datos de muestra no contiene información de identificación personal (PII). Este es 
un requisito para utilizar Mechanical Turk con Ground Truth. Si los datos de entrada contienen 
información de identificación personal, utilice personal privado para este tutorial.

Usted entiende y acepta que el personal de Amazon Mechanical Turk está formado por 
contratistas independientes ubicados en todo el mundo y que no debe compartir información 
confidencial, información personal o información de salud protegida con estos trabajadores.

Siguiente

Paso 4: Configurar la herramienta de cuadro delimitador

Paso 4: Configurar la herramienta de cuadro delimitador

Por último configure la herramienta de cuadro delimitador para dar instrucciones a sus trabajadores. 
Puede configurar un título de tarea que describa la tarea y facilite instrucciones de alto nivel a los 
trabajadores. Puede proporcionar instrucciones rápidas e instrucciones completas. Las instrucciones 
rápidas se muestran junto a la imagen que se va a etiquetar. Las instrucciones completas contienen 
instrucciones detalladas para completar la tarea. En este ejemplo solo se proporcionan instrucciones 
rápidas. Puede ver un ejemplo de instrucciones completas eligiendo Instrucciones completas en la 
parte inferior de la sección.

Para configurar la herramienta de cuadro delimitador

1. En el campo Descripción de la tarea, escriba instrucciones breves para la tarea. Por ejemplo:

Draw a box around any objects in the image.

Reemplace objetos por el nombre de un objeto que aparezca en las imágenes.
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2. En el campo Etiquetas, escriba un nombre de categoría para los objetos alrededor de los cuales 
el trabajador debe trazar un cuadro delimitador. Por ejemplo, si le pide al trabajador que trace 
cuadros alrededor de jugadores de fútbol, puede utilizar "Jugadores de fútbol" en este campo.

3. La sección Instrucciones breves permite crear instrucciones que se muestran en la pantalla junto 
a la imagen que los trabajadores están etiquetando. Le recomendamos que incluya un ejemplo 
de cuadro delimitador bien trazado y otro ejemplo de cuadro delimitador mal trazado. Para crear 
sus propias instrucciones, siga estos pasos:

a. Seleccione el texto entre BUEN EJEMPLO y el marcador de posición de la imagen. 
Sustitúyalo por el texto siguiente:

Draw the box around the object with a small border.

b. Seleccione el primer marcador de posición de la imagen y elimínelo.

c. Elija el botón de imagen y, a continuación, introduzca la URL HTTPS de una de las 
imágenes que ha creado en el paso 1. También es posible insertar imágenes directamente 
en la sección de instrucciones breves, aunque esta sección tiene una cuota de 100 kilobytes 
(incluido el texto). Si las imágenes y el texto superan los 100 kilobytes, recibirá un error.

d. Seleccione el texto entre MAL EJEMPLO y el marcador de posición de la imagen. 
Sustitúyalo por el texto siguiente:

Don't make the bounding box too large or cut into the object.

e. Seleccione el segundo marcador de posición de la imagen y elimínelo.

f. Elija el botón de imagen y luego introduzca la URL HTTPS de la otra imagen que ha creado 
en el paso 1.

4. Seleccione Vista previa para obtener una vista previa de la interfaz de usuario del trabajador. 
La vista previa se abre en una pestaña nueva, por lo que si el navegador bloquea las ventanas 
emergentes, es posible que tenga que habilitar manualmente la pestaña para que se abra. 
Cuando añada una o más anotaciones a la vista previa y, a continuación, seleccione Enviar, 
podrá obtener una vista previa de los datos de salida que crearía la anotación.

5. Una vez que haya configurado y verificado las instrucciones, seleccione Crear para crear el 
trabajo de etiquetado.

Si utilizó personal privado, puede navegar hasta el portal de trabajadores en el que inició sesión 
en Paso 3: Seleccionar trabajadores en este tutorial para ver sus tareas de etiquetado. Las tareas 
pueden tardar unos minutos en aparecer.
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Siguiente

Paso 5: Supervisar el trabajo de etiquetado

Paso 5: Supervisar el trabajo de etiquetado

Después de crear el trabajo de etiquetado, verá una lista de todos los trabajos que ha creado. Puede 
utilizar esta lista para supervisar el estado de los trabajos de etiquetado. La lista tiene los siguientes 
campos:

• Nombre: el nombre que asignó al trabajo al crearlo.

• Estado: el estado de realización del trabajo. El estado puede ser uno de los siguientes: Completo, 
Error, En curso o Detenido.

• Objetos etiquetados/total: muestra el número total de objetos del trabajo de etiquetado y cuántos 
de ellos se han etiquetado.

• Hora de creación: la fecha y la hora en que creó el trabajo.

También puede clonar, encadenar o detener un trabajo. Seleccione un trabajo y, a continuación, 
seleccione una de las siguientes opciones en el menú Acciones:

• Clonar: crea un nuevo trabajo de etiquetado con la configuración copiada del trabajo seleccionado. 
Puede clonar un trabajo cuando desee realizar un cambio en el trabajo y volverlo a ejecutar. Por 
ejemplo, puede clonar un trabajo que se ha enviado a personal privado, de modo que pueda 
enviarlo al personal de Amazon Mechanical Turk. También puede clonar un trabajo para volver 
a ejecutarlo con un nuevo conjunto de datos almacenado en la misma ubicación que el trabajo 
original.

• Cadena: crea un nuevo trabajo de etiquetado que puede basarse en los datos y modelos (si los 
hubiera) de un trabajo detenido, con error o completado. Para obtener más información sobre los 
casos de uso y cómo utilizarlos, consulte Encadenar trabajos de etiquetado.

• Detener: detiene un trabajo en ejecución. No se puede reiniciar un trabajo detenido. Puede clonar 
un trabajo para comenzar de nuevo o encadenar el trabajo para continuar donde lo dejó. Las 
etiquetas de los objetos que ya están etiquetados se escriben en la ubicación del archivo de salida. 
Para obtener más información, consulte Datos de salida.
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Etiquetar imágenes

Utilice Ground Truth para etiquetar imágenes. Seleccione uno de los siguientes tipos de tareas 
integradas para obtener más información. Cada página incluye instrucciones que le ayudarán a crear 
un trabajo de etiquetado utilizando ese tipo de tarea.

Tip

Para obtener más información sobre los tipos de archivos compatibles y las cuotas de datos 
de entrada, consulte Datos de entrada.

Temas

• Cuadro delimitador

• Segmentación semántica de imágenes

• Herramienta de segmentación automática

• Clasificación de imágenes (etiqueta única)

• Clasificación de imágenes (etiquetas múltiples)

• Verificación de etiquetas de imagen

Cuadro delimitador

Es frecuente que las imágenes que se utilizan para entrenar un modelo de machine learning 
contengan varios objetos. Para clasificar y localizar uno o varios objetos dentro de las imágenes, 
utilice el tipo de tarea de etiquetado de cuadro delimitador de Amazon SageMaker Ground Truth. En 
este contexto, la localización es la ubicación en píxeles del cuadro delimitador.

Puede crear un trabajo de etiquetado con cuadros delimitadores utilizando la sección Ground Truth 
de la consola de Amazon SageMaker o la operación CreateLabelingJob.

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice "source-ref" para 
identificar la ubicación de cada archivo de imagen en Amazon S3 que desee etiquetar. Para 
obtener más información, consulte Datos de entrada.
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Crear un trabajo de etiquetado con cuadros delimitadores (consola)

Puede seguir las instrucciones Crear un trabajo de etiquetado (consola) para aprender a crear un 
trabajo de etiquetado con cuadros delimitadores en la consola de SageMaker. En el paso 10, elija
Imagen en el menú desplegable Categoría de tareas y elija Cuadro delimitador como tipo de tarea.

Ground Truth proporciona una interfaz de usuario del trabajador similar a la siguiente para las tareas 
de etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para 
ayudar a los trabajadores a completar el trabajo y hasta 50 etiquetas que los trabajadores pueden 
elegir.

Crear un trabajo de etiquetado con cuadros delimitadores (API)

Para crear un trabajo de etiquetado con cuadros delimitadores, utilice la operación
CreateLabelingJob de la API de SageMaker. Esta API define esta operación para todos los SDK 
de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, consulte 
la sección Ver también de CreateLabelingJob.

Siga las instrucciones de Crear un trabajo de etiquetado (API) y haga lo siguiente mientras configura 
su solicitud:
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• Las funciones de Lambda de preanotación para este tipo de tareas terminan con PRE-
BoundingBox. Para buscar el ARN de Lambda de preanotación para su región, consulte
PreHumanTaskLambdaArn.

• Las funciones de Lambda de consolidación de anotaciones para este tipo de tareas terminan con
ACS-BoundingBox. Para buscar el ARN de Lambda de consolidación de anotaciones para su 
región, consulte AnnotationConsolidationLambdaArn.

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia). Todos los parámetros en rojo 
deben reemplazarse con sus especificaciones y recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-bounding-box-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
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        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
BoundingBox', 
        'TaskKeywords': [ 
             'Bounding Box', 
        ], 
        'TaskTitle': 'Bounding Box task', 
        'TaskDescription': 'Draw bounding boxes around objects in an image', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-BoundingBox' 
          } 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Proporcionar una plantilla para los trabajos de etiquetado de cuadro delimitador

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del trabajador 
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header. Cargue esta plantilla a S3 y proporcione el URI 
de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-bounding-box 
    name="boundingBox" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="please draw box" 
    labels="{{ task.input.labels | to_json | escape }}" 
  > 

    <full-instructions header="Bounding box instructions"> 
      <ol><li><strong>Inspect</strong> the image</li><li><strong>Determine</strong>  
      if the specified label is/are visible in the picture.</li> 
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      <li><strong>Outline</strong> each instance of the specified label in the image 
 using the provided “Box” tool.</li></ol> 
      <ul><li>Boxes should fit tight around each object</li> 
      <li>Do not include parts of the object are overlapping or that cannot be seen, 
 even though you think you can interpolate the whole shape.</li> 
      <li>Avoid including shadows.</li> 
      <li>If the target is off screen, draw the box up to the edge of the image.</li>   
   
    </full-instructions> 
   
    <short-instructions> 
      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3> 
      <p>Enter description of a correct bounding box label and add images</p> 
      <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3> 
      <p>Enter description of an incorrect bounding box label and add images</p> 
    </short-instructions> 
   
  </crowd-bounding-box>
</crowd-form>

Datos de salida de cuadro delimitador

Después de crear un trabajo de etiquetado con cuadros delimitadores, los datos de salida se 
ubicarán en el bucket de Amazon S3 especificado en el parámetro S3OutputPath al utilizar la API o 
en el campo Ubicación del conjunto de datos de salida de la sección Descripción general del trabajo
de la consola.

Por ejemplo, el archivo de manifiesto de salida de una tarea de cuadro delimitador de clase única 
completada correctamente contendrá lo siguiente:

[ 
  { 
    "boundingBox": { 
      "boundingBoxes": [ 
        { 
          "height": 2832, 
          "label": "bird", 
          "left": 681, 
          "top": 599, 
          "width": 1364 
        } 
      ], 
      "inputImageProperties": { 
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        "height": 3726, 
        "width": 2662 
      } 
    } 
  }
]

El parámetro boundingBoxes identifica la ubicación del cuadro delimitador dibujado alrededor de 
un objeto identificado como un "ave" con respecto a la esquina superior izquierda de la imagen, 
que se considera la coordenada de píxeles (0,0). En el ejemplo anterior, left y top identifican la 
ubicación del píxel situado en la esquina superior izquierda del cuadro delimitador con respecto a la 
esquina superior izquierda de la imagen. Las dimensiones del cuadro delimitador se identifican con
height y width. El parámetro inputImageProperties proporciona las dimensiones en píxeles 
de la imagen de entrada original.

Cuando se utiliza el tipo de tarea de cuadro delimitador se pueden crear trabajos de etiquetado 
con cuadro delimitador de una o varias clases. El archivo de manifiesto de salida de un cuadro 
delimitador multiclase completado correctamente contendrá lo siguiente:

[ 
  { 
    "boundingBox": { 
      "boundingBoxes": [ 
        { 
          "height": 938, 
          "label": "squirrel", 
          "left": 316, 
          "top": 218, 
          "width": 785 
        }, 
        { 
          "height": 825, 
          "label": "rabbit", 
          "left": 1930, 
          "top": 2265, 
          "width": 540 
        }, 
        { 
          "height": 1174, 
          "label": "bird", 
          "left": 748, 
          "top": 2113, 
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          "width": 927 
        }, 
        { 
          "height": 893, 
          "label": "bird", 
          "left": 1333, 
          "top": 847, 
          "width": 736 
        } 
      ], 
      "inputImageProperties": { 
        "height": 3726, 
        "width": 2662 
      } 
    } 
  }
]

Para obtener más información sobre el archivo de manifiesto de salida resultante de un trabajo de 
etiquetado con cuadros delimitadores, consulte Salida de un trabajo de cuadro delimitador.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y 
la estructura de archivos que Ground Truth utiliza para almacenar los datos de salida, consulte Datos 
de salida.

Segmentación semántica de imágenes

Para identificar el contenido de una imagen a nivel de píxel, utilice una tarea de etiquetado de 
segmentación semántica de Amazon SageMaker Ground Truth. Cuando se asigna un trabajo de 
etiquetado de segmentación semántica, los trabajadores clasifican los píxeles de la imagen en 
un conjunto de etiquetas o clases predefinidas. Ground Truth admite trabajos de etiquetado de 
segmentación semántica de clase única y múltiple.

Las imágenes que contienen un gran número de objetos que deben segmentarse requieren más 
tiempo. Para ayudar a los trabajadores (de personal privado o de proveedor) a etiquetar estos 
objetos en menos tiempo y con mayor precisión, Ground Truth proporciona una herramienta de 
segmentación automática asistida por IA. Para obtener información, consulte Herramienta de 
segmentación automática.

Puede crear un trabajo de etiquetado de segmentación semántica desde la sección Ground Truth de 
la consola de Amazon SageMaker o la operación CreateLabelingJob.

Etiquetar imágenes 1395

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html


Amazon SageMaker Guía para desarrolladores

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice "source-ref" para 
identificar la ubicación de cada archivo de imagen en Amazon S3 que desee etiquetar. Para 
obtener más información, consulte Datos de entrada.

Crear un trabajo de etiquetado de segmentación semántica (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear 
un trabajo de etiquetado de segmentación semántica en la consola de SageMaker. En el paso 10, 
elija Image (Imagen) en el menú desplegable Task category (Categoría de tarea) y, luego, Semantic 
segmentation (Segmentación semántica) como tipo de tarea.

Ground Truth proporciona una interfaz de usuario de trabajador similar a la siguiente para las tareas 
de etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para 
ayudar a los trabajadores a completar el trabajo y las etiquetas que los trabajadores pueden elegir.
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Crear un trabajo de etiquetado de segmentación semántica (API)

Para crear un trabajo de etiquetado de segmentación semántica, utilice la operación
CreateLabelingJob de la API de SageMaker. Esta API define esta operación para todos los SDK 
de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, revise la 
sección Ver también de CreateLabelingJob.

Siga las instrucciones de Crear un trabajo de etiquetado (API) y haga lo siguiente mientras configura 
su solicitud:

• Las funciones de Lambda de preanotación para este tipo de tarea terminan con PRE-
SemanticSegmentation. Para buscar el ARN de Lambda de preanotación para su región, 
consulte PreHumanTaskLambdaArn.

• Las funciones de Lambda de consolidación de anotaciones para este tipo de tarea terminan con
ACS-SemanticSegmentation. Para buscar el ARN de Lambda de consolidación de anotaciones 
para su región, consulte AnnotationConsolidationLambdaArn.

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia). Todos los parámetros en rojo 
deben reemplazarse con sus especificaciones y recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-semantic-segmentation-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
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    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
SemanticSegmentation, 
        'TaskKeywords': [ 
             'Semantic Segmentation', 
        ], 
        'TaskTitle': 'Semantic segmentation task', 
        'TaskDescription': 'For each category provided, segment out each relevant 
 object using the color associated with that category', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-SemanticSegmentation' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Proporcionar una plantilla para trabajos de etiquetado de segmentación semántica

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del trabajador 
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

Etiquetar imágenes 1398

https://docs.aws.amazon.com/sagemaker/latest/dg/sms-creating-instruction-pages.html#sms-creating-quick-instructions
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-creating-instruction-pages.html#sms-creating-quick-instructions
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-creating-instruction-pages.html#sms-creating-full-instructions


Amazon SageMaker Guía para desarrolladores

<crowd-form> 
  <crowd-semantic-segmentation 
    name="crowd-semantic-segmentation" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Please segment out all pedestrians." 
    labels="{{ task.input.labels | to_json | escape }}" 
  > 
    <full-instructions header="Segmentation instructions"> 
      <ol><li><strong>Read</strong> the task carefully and inspect the image.</li> 
      <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
      <li><strong>Choose</strong> the appropriate label that best suits an object and 
 paint that object using the tools provided.</li></ol> 
    </full-instructions> 
    <short-instructions> 
      <h2><span style="color: rgb(0, 138, 0);">Good example</span></h2> 
      <p>Enter description to explain a correctly done segmentation</p> 
      <p><br></p><h2><span style="color: rgb(230, 0, 0);">Bad example</span></h2> 
      <p>Enter description of an incorrectly done segmentation</p> 
    </short-instructions> 
  </crowd-semantic-segmentation>
</crowd-form>

Datos de salida de segmentación semántica

Después de crear un trabajo de etiquetado de segmentación semántica, los datos de salida se 
ubicarán en el bucket de Amazon S3 especificado en el parámetro S3OutputPath al utilizar la API o 
en el campo Ubicación de conjunto de datos de salida de la sección Información general del trabajo
de la consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y 
la estructura de archivos que Ground Truth utiliza para almacenar los datos de salida, consulte Datos 
de salida.

Para ver un ejemplo de un archivo de manifiesto de salida para un trabajo de etiquetado de 
segmentación semántica, consulte Salida de segmentación semántica de nube de puntos 3D.

Herramienta de segmentación automática

La segmentación de imágenes es el proceso de dividir una imagen en varios segmentos o conjuntos 
de píxeles etiquetados. En Amazon SageMaker Ground Truth, el proceso de identificación de todos 
los píxeles que corresponden a una etiqueta determinada supone la aplicación de un relleno de 
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color, o "máscara", sobre esos píxeles. Algunas tareas de trabajo de etiquetado contienen imágenes 
con un gran número de objetos que deben segmentarse. Para ayudar a los trabajadores a etiquetar 
estos objetos en menos tiempo y con mayor precisión, Ground Truth proporciona una herramienta 
de segmentación automática para tareas de segmentación asignadas a personal privado y del 
proveedor. Esta herramienta utiliza un modelo de machine learning para segmentar automáticamente 
objetos individuales en la imagen con una intervención mínima del trabajador. Los trabajadores 
pueden refinar la máscara generada por la herramienta de segmentación automática utilizando otras 
herramientas que se encuentran en la consola de trabajo. Esto ayuda a los trabajadores a completar 
las tareas de segmentación de imágenes con mayor rapidez y precisión, lo que reduce los costos y 
mejora la calidad de las etiquetas.

Note

La herramienta de segmentación automática está disponible para las tareas de 
segmentación que se envían a personal privado o a personal del proveedor. No está 
disponible para tareas enviadas al personal público (Amazon Mechanical Turk).

Vista previa de la herramienta

Cuando se asigna a los trabajadores un trabajo de etiquetado que proporciona la herramienta de 
segmentación automática, reciben instrucciones detalladas sobre cómo utilizar la herramienta. Por 
ejemplo, un trabajador podría ver lo siguiente en la consola de trabajo:
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Los trabajadores pueden utilizar Ver instrucciones completas para aprender a utilizar la herramienta. 
Los trabajadores tendrán que colocar un punto en cuatro puntos extremos (superior, inferior, 
izquierda y derecha) del objeto de interés, y la herramienta generará automáticamente una máscara 
para el objeto. Los trabajadores pueden refinar aún más la máscara utilizando las otras herramientas 
que se facilitan, o mediante la herramienta de segmentación automática en las partes más pequeñas 
del objeto que se han pasado por alto.

Disponibilidad de herramientas

La herramienta de segmentación automática aparece automáticamente en las consolas de trabajo 
si crea un trabajo de etiquetado de segmentación semántica mediante la consola de Amazon 
SageMaker. Al crear un trabajo de segmentación semántica en la consola de SageMaker, podrá 
obtener una vista previa de la herramienta mientras crea instrucciones de trabajo. Para obtener 
información sobre cómo crear un trabajo de etiquetado de segmentación semántica en la consola de 
SageMaker, consulte Introducción.
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Si está creando un trabajo de etiquetado de segmentación de instancias personalizado en la consola 
de SageMaker o creando un trabajo de etiquetado de segmentación de instancias o semánticas 
mediante la API de Ground Truth API, debe crear una plantilla de tareas personalizada para diseñar 
la consola de trabajo y las instrucciones. Para incluir la herramienta de segmentación automática 
en la consola de trabajo, asegúrese de que se cumplen las siguientes condiciones en la plantilla de 
tareas personalizada:

• Para los trabajos de etiquetado de segmentación semántica creados con la API, la <crowd-
semantic-segmentation> está presente en la plantilla de tareas. Para trabajos de etiquetado 
de segmentación de instancias personalizadas, la etiqueta <crowd-instance-segmentation>
está presente en la plantilla de tareas.

• La tarea se asigna a personal privado o a personal del proveedor.

• Las imágenes que se etiquetarán son objetos de Amazon Simple Storage Service Amazon (S3) 
que se han prefirmado para el trabajador para que pueda acceder a ellas. Esto es cierto si la 
plantilla de tarea incluye el filtro grant_read_access. Para obtener más información sobre el 
filtro grant_read_access, consulte Adición de automatización con Liquid.

A continuación se muestra un ejemplo de una plantilla de tarea personalizada para un trabajo 
de etiquetado de segmentación de instancias personalizadas, que incluye la etiqueta <crowd-
instance-segmentation/> y el filtro Liquid grant_read_access.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-instance-segmentation 
    name="crowd-instance-segmentation" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    labels="['Car','Road']" 
   <full-instructions header="Segmentation instructions"> 
      Segment each instance of each class of objects in the image.  
    </full-instructions> 

    <short-instructions> 
      <p>Segment each instance of each class of objects in the image.</p> 

      <h3 style="color: green">GOOD EXAMPLES</h3> 
      <img src="path/to/image.jpg" style="width: 100%"> 
      <p>Good because A, B, C.</p> 

      <h3 style="color: red">BAD EXAMPLES</h3> 
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      <img src="path/to/image.jpg" style="width: 100%"> 
      <p>Bad because X, Y, Z.</p> 
    </short-instructions> 
  </crowd-instance-segmentation>
</crowd-form>

Clasificación de imágenes (etiqueta única)

Utilice una tarea de etiquetado de clasificación de imágenes de Amazon SageMaker Ground Truth 
cuando necesite que los trabajadores clasifiquen las imágenes mediante etiquetas predefinidas 
que especifique. Los trabajadores reciben imágenes y se les pide que elijan una etiqueta para cada 
imagen.

Puede crear un trabajo de etiquetado de clasificación de imágenes desde la sección Ground Truth de 
la consola de Amazon SageMaker o la operación CreateLabelingJob.

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice "source-ref" para 
identificar la ubicación de cada archivo de imagen en Amazon S3 que desee etiquetar. Para 
obtener más información, consulte Datos de entrada.

Crear un trabajo de etiquetado de clasificación de imágenes (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear 
un trabajo de etiquetado de clasificación de imágenes en la consola de SageMaker. En el paso 10, 
elija Imagen en el menú desplegable Categoría de tareas y elija Clasificación de imágenes (etiqueta 
única) como tipo de tarea.

Ground Truth proporciona una interfaz de usuario del trabajador similar a la siguiente para las tareas 
de etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para 
ayudar a los trabajadores a completar el trabajo y las etiquetas que los trabajadores pueden elegir.
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Crear un trabajo de etiquetado de clasificación de imágenes (API)

Para crear un trabajo de etiquetado de clasificación de imágenes, utilice la operación
CreateLabelingJob de la API de SageMaker. Esta API define esta operación para todos los SDK 
de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, consulte 
la sección Ver también de CreateLabelingJob.

Siga las instrucciones de Crear un trabajo de etiquetado (API) y haga lo siguiente mientras configura 
su solicitud:
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• Las funciones de Lambda de preanotación este tipo de tareas terminan con PRE-
ImageMultiClass. Para buscar el ARN de Lambda de preanotación para su región, consulte
PreHumanTaskLambdaArn.

• Las funciones de Lambda de consolidación de anotaciones para este tipo de tareas terminan con
ACS-ImageMultiClass. Para buscar el ARN de Lambda de consolidación de anotaciones para 
su región, consulte AnnotationConsolidationLambdaArn.

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia). Todos los parámetros en rojo 
deben reemplazarse con sus especificaciones y recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-image-classification-labeling-job', 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
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        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
ImageMultiClass, 
        'TaskKeywords': [ 
             Image classification', 
        ], 
        'TaskTitle': Image classification task', 
        'TaskDescription': 'Carefully inspect the image and classify it by selecting 
 one label from the categories provided.', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-ImageMultiClass' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Proporcionar una plantilla para los trabajos de etiquetado de clasificación de imágenes

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del trabajador 
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-image-classifier 
    name="crowd-image-classifier" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="please classify" 
    categories="{{ task.input.labels | to_json | escape }}" 
  > 
    <full-instructions header="Image classification instructions"> 
      <ol><li><strong>Read</strong> the task carefully and inspect the image.</li> 
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      <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
      <li><strong>Choose</strong> the appropriate label that best suits the image.</
li></ol> 
    </full-instructions> 
    <short-instructions> 
      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3> 
      <p>Enter description to explain the correct label to the workers</p> 
      <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3><p>Enter 
 description of an incorrect label</p> 
    </short-instructions> 
  </crowd-image-classifier>
</crowd-form>

Datos de salida de clasificación de imágenes

Una vez que haya creado un trabajo de etiquetado de clasificación de imágenes, los datos de salida 
se ubicarán en el bucket de Amazon S3 especificado en el parámetro S3OutputPath al utilizar la 
API o en el campo Ubicación del conjunto de datos de salida de la sección Información general del 
trabajo de la consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y 
la estructura de archivos que Ground Truth utiliza para almacenar los datos de salida, consulte Datos 
de salida.

Para ver un ejemplo de un archivo de manifiesto de salida de un trabajo de etiquetado de 
clasificación de imágenes, consulte Salidas del trabajo de clasificación.

Clasificación de imágenes (etiquetas múltiples)

Utilice una tarea de etiquetado de clasificación de imágenes de varias etiquetas de Amazon 
SageMaker Ground Truth cuando necesite trabajadores para clasificar varios objetos en una imagen. 
Por ejemplo, la siguiente imagen muestra un perro y un gato. Puede utilizar la clasificación de 
imágenes de varias etiquetas para asociar las etiquetas "perro" y "gato" con esta imagen.
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Al trabajar en una tarea de clasificación de imágenes de varias etiquetas, los trabajadores deben 
elegir todas las etiquetas aplicables y una como mínimo. Cuando se crea un trabajo con este tipo de 
tareas, se pueden proporcionar hasta 50 categorías de etiquetas.

Al crear un trabajo de etiquetado en la consola, Ground Truth no proporciona la categoría "ninguno" 
cuando ninguna de las etiquetas se aplica a una imagen. Para proporcionar esta opción a los 
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trabajadores, incluya una etiqueta similar a "none" u "other" cuando cree un trabajo de clasificación 
de imágenes con varias etiquetas.

Para evitar que los trabajadores seleccionen una sola etiqueta para cada imagen, utilice el tipo de 
tarea Clasificación de imágenes (etiqueta única).

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice "source-ref" para 
identificar la ubicación de cada archivo de imagen en Amazon S3 que desee etiquetar. Para 
obtener más información, consulte Datos de entrada.

Crear un trabajo de etiquetado de clasificación de imágenes de varias etiquetas (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear un 
trabajo de etiquetado de clasificación de imágenes de varias etiquetas en la consola de SageMaker. 
En el paso 10, elija Imagen en el menú desplegable Categoría de tareas y elija Clasificación de 
imágenes (varias etiquetas) como tipo de tarea.

Ground Truth proporciona una interfaz de usuario del trabajador similar a la siguiente para las tareas 
de etiquetado. Al crear el trabajo de etiquetado en la consola, se especifican instrucciones para 
ayudar a los trabajadores a completar el trabajo y las etiquetas que los trabajadores pueden elegir.
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Crear un trabajo de etiquetado de clasificación de imágenes de varias etiquetas (API)

Para crear un trabajo de etiquetado de clasificación de imágenes con varias etiquetas, utilice la 
operación CreateLabelingJob de la API de SageMaker. Esta API define esta operación para 
todos los SDK de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta 
operación, consulte la sección Ver también de CreateLabelingJob.

Siga las instrucciones de Crear un trabajo de etiquetado (API) y haga lo siguiente mientras configura 
su solicitud:

• Las funciones de Lambda de preanotación para este tipo de tareas terminan con PRE-
ImageMultiClassMultiLabel. Para buscar el ARN de Lambda de preanotación para su 
región, consulte PreHumanTaskLambdaArn.

• Las funciones de Lambda de consolidación de anotaciones para este tipo de tareas terminan con
ACS-ImageMultiClassMultiLabel. Para buscar el ARN de Lambda de consolidación de 
anotaciones para su región, consulte AnnotationConsolidationLambdaArn.
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A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia). Todos los parámetros en rojo 
deben reemplazarse con sus especificaciones y recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-multi-label-image-classification-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
ImageMultiClassMultiLabel', 
        'TaskKeywords': [ 
             'Image Classification', 
        ], 
        'TaskTitle': 'Multi-label image classification task', 
        'TaskDescription': 'Select all labels that apply to the images shown', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
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        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-ImageMultiClassMultiLabel' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Proporcionar una plantilla para la clasificación de imágenes de múltiples etiquetas

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del trabajador 
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-image-classifier-multi-select 
    name="crowd-image-classifier-multi-select" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Please identify all classes in image" 
    categories="{{ task.input.labels | to_json | escape }}" 
  > 
    <full-instructions header="Multi Label Image classification instructions"> 
      <ol><li><strong>Read</strong> the task carefully and inspect the image.</li> 
      <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
       <li><strong>Choose</strong> the appropriate labels that best suit the image.</
li></ol> 
    </full-instructions> 
    <short-instructions> 
      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3> 
      <p>Enter description to explain the correct label to the workers</p> 
      <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3> 
      <p>Enter description of an incorrect label</p> 
   </short-instructions> 
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  </crowd-image-classifier-multi-select>
</crowd-form>

Datos de salida de clasificación de imágenes de etiquetas múltiples

Una vez haya creado un trabajo de etiquetado de clasificación de imágenes con varias etiquetas, 
los datos de salida se ubicarán en el bucket de Amazon S3 especificado en el parámetro
S3OutputPath al utilizar la API o en el campo Ubicación del conjunto de datos de salida de la 
sección Descripción general del trabajo de la consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y 
la estructura de archivos que Ground Truth utiliza para almacenar los datos de salida, consulte Datos 
de salida.

Para ver un ejemplo de archivos de manifiesto de salida para el trabajo de etiquetado de clasificación 
de imágenes con etiquetas múltiples, consulte Salida del trabajo de clasificación de etiquetas 
múltiples.

Verificación de etiquetas de imagen

La creación de un conjunto de datos de entrenamiento altamente preciso para su algoritmo de 
machine learning (ML) es un proceso iterativo. Normalmente, usted revisa y ajusta continuamente 
las etiquetas hasta que esté satisfecho de que representan con precisión la realidad o lo que es 
directamente observable en el mundo real.

Puede utilizar una tarea de verificación de etiquetas de imagen de Amazon SageMaker Ground 
Truth para dirigir a los trabajadores a revisar las etiquetas de un conjunto de datos y mejorar 
la precisión de las etiquetas. Los trabajadores pueden indicar si las etiquetas existentes son 
correctas o calificar la calidad de la etiqueta. También pueden añadir comentarios para explicar 
su razonamiento. Amazon SageMaker Ground Truth admite la verificación de etiquetas Cuadro 
delimitador y Segmentación semántica de imágenes.

Puede crear un trabajo de etiquetado de verificación de etiquetas de imagen utilizando la sección 
Ground Truth de la consola de Amazon SageMaker o la operación CreateLabelingJob.

Ground Truth proporciona una consola de trabajador similar a la siguiente para las tareas de 
etiquetado. Si crea un trabajo de etiquetado con la consola, puede modificar el contenido y las 
imágenes que se muestran. Para obtener información acerca de cómo crear un trabajo de etiquetado 
utilizando la consola Ground Truth, consulte Crear un trabajo de etiquetado (consola).
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Puede crear un trabajo de etiquetado de verificación de etiquetas mediante la consola o la 
API de SageMaker. Para aprender a crear un trabajo de etiquetado utilizando la operación
CreateLabelingJob de la API de Ground Truth, consulte Crear un trabajo de etiquetado (API).

Utilizar Ground Truth para etiquetar texto

Utilice Ground Truth para etiquetar texto. Seleccione uno de los siguientes tipos de tareas integradas 
para obtener más información. Cada página incluye instrucciones que le ayudarán a crear un trabajo 
de etiquetado utilizando ese tipo de tarea.

Tip

Para obtener más información sobre los tipos de archivos compatibles y las cuotas de datos 
de entrada, consulte Datos de entrada.
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Temas

• Reconocimiento de entidades con nombre

• Clasificación de texto (etiqueta única)

• Clasificación de texto (etiquetas múltiples)

Reconocimiento de entidades con nombre

Para extraer información de texto no estructurado y clasificarla en categorías predefinidas, 
utilice una tarea de etiquetado de reconocimiento de entidades con nombre (NER) de Amazon 
SageMaker Ground Truth. Tradicionalmente, NER implica analizar datos de texto para localizar 
frases nominales, llamadas entidades nombradas y clasificar cada una con una etiqueta, como 
"persona", "organización" o "marca". Puede ampliar esta tarea para etiquetar extensiones más largas 
de texto y clasificar esas secuencias con las etiquetas predefinidas que especifique.

Cuando se le asigna un trabajo de etiquetado de reconocimiento de entidades con nombre, los 
trabajadores aplican las etiquetas a palabras o frases específicas dentro de un bloque de texto más 
grande. Escogen una etiqueta y, a continuación, la aplican con el cursor para resaltar la parte del 
texto a la que se aplica la etiqueta. La herramienta de reconocimiento de entidades con nombre de 
Ground Truth admite anotaciones superpuestas, la selección de etiquetas en contexto y la selección 
de varias etiquetas para resaltar un solo detalle. Además, los trabajadores pueden utilizar sus 
teclados para seleccionar etiquetas rápidamente.

Puede crear un trabajo de etiquetado de reconocimiento de entidades con nombre en la sección 
Ground Truth de la consola de Amazon SageMaker o de la operación CreateLabelingJob.

Important

Si crea manualmente un archivo de manifiesto de entrada, utilice "source" para identificar 
el texto que quiere etiquetar. Para obtener más información, consulte Datos de entrada.

Crear un trabajo de etiquetado de reconocimiento de entidades con nombre (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear 
un trabajo de etiquetado de reconocimiento de entidades con nombre en la consola de SageMaker. 
En el paso 10, elija Texto en el menú desplegable Categoría de tareas y elija Reconocimiento de 
entidades con nombre como tipo de tarea.
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Ground Truth proporciona una interfaz de usuario del trabajador similar a la siguiente para las tareas 
de etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para 
ayudar a los trabajadores a completar el trabajo y las etiquetas que los trabajadores pueden elegir.

Crear un trabajo de etiquetado de reconocimiento de entidades con nombre (API)

Para crear un trabajo de etiquetado de reconocimiento de entidades con nombre, utilice la operación
CreateLabelingJob de la API de SageMaker. Esta API define esta operación para todos los SDK 
de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, consulte 
la sección Ver también de CreateLabelingJob.

Siga las instrucciones de Crear un trabajo de etiquetado (API) y haga lo siguiente mientras configura 
su solicitud:
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• Las funciones de Lambda de preanotación para este tipo de tareas terminan con PRE-
NamedEntityRecognition. Para buscar el ARN de Lambda de preanotación para su región, 
consulte PreHumanTaskLambdaArn.

• Las funciones de Lambda de consolidación de anotaciones para este tipo de tareas terminan 
con ACS-NamedEntityRecognition. Para buscar el ARN de Lambda de consolidación de 
anotaciones para su región, consulte AnnotationConsolidationLambdaArn.

• Debe proporcionar el siguiente ARN para HumanTaskUiArn:

arn:aws:sagemaker:aws-region:394669845002:human-task-ui/NamedEntityRecognition

Sustituya aws-region por la región de AWS en la que vaya a crear el trabajo de etiquetado. 
Por ejemplo, utilice us-west-1 si crea un trabajo de etiquetado en Oeste de EE. UU. (Norte de 
California).

• Proporcione instrucciones para trabajadores en el archivo de configuración de categorías de 
etiquetas mediante el parámetro instructions. Puede utilizar una cadena o lenguaje de 
marcado HTML en los campos shortInstruction y fullInstruction. Para obtener más 
información, consulte Proporcionar instrucciones para trabajadores en el archivo de configuración 
de categorías de etiquetas.

"instructions": {"shortInstruction":"<h1>Add header</h1><p>Add Instructions</p>", 
 "fullInstruction":"<p>Add additional instructions.</p>"}

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia). Todos los parámetros en rojo 
deben reemplazarse con sus especificaciones y recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-ner-labeling-job', 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
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                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*', 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'HumanTaskUiArn': 'arn:aws:sagemaker:us-east-1:394669845002:human-task-ui/
NamedEntityRecognition' 
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
NamedEntityRecognition', 
        'TaskKeywords': [ 
             'Named entity Recognition', 
        ], 
        'TaskTitle': 'Named entity Recognition task', 
        'TaskDescription': 'Apply the labels provided to specific words or phrases 
 within the larger text block.', 
        'NumberOfHumanWorkersPerDataObject': 1, 
        'TaskTimeLimitInSeconds': 28800, 
        'TaskAvailabilityLifetimeInSeconds': 864000, 
        'MaxConcurrentTaskCount': 1000, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-NamedEntityRecognition' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)
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Proporcionar instrucciones para trabajadores en el archivo de configuración de categorías de 
etiquetas

Debe proporcionar instrucciones para trabajadores en el archivo de configuración de categorías 
de etiquetas que identifique mediante el parámetro LabelCategoryConfigS3Uri en
CreateLabelingJob. Puede utilizar estas instrucciones para proporcionar detalles sobre la tarea 
que desea que realicen los trabajadores y ayudarlos a utilizar la herramienta de manera eficiente.

Las instrucciones cortas y largas se proporcionan utilizando shortInstruction y
fullInstruction en el parámetro instructions, respectivamente. Para obtener más 
información acerca de estos tipos de instrucciones, consulteCrear páginas de instrucciones.

A continuación se muestra un ejemplo de un archivo de configuración de categorías de etiquetas con 
instrucciones que se pueden utilizar para un trabajo de etiquetado de reconocimiento de entidades 
con nombre.

{ 
  "document-version": "2018-11-28", 
  "labels": [ 
    { 
      "label": "label1", 
      "shortDisplayName": "L1" 
    }, 
    { 
      "label": "label2", 
      "shortDisplayName": "L2" 
    }, 
    { 
      "label": "label3", 
      "shortDisplayName": "L3" 
    }, 
    { 
      "label": "label4", 
      "shortDisplayName": "L4" 
    }, 
    { 
      "label": "label5", 
      "shortDisplayName": "L5" 
    } 
  ], 
  "instructions": { 
    "shortInstruction": "<p>Enter description of the labels that workers have  
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                        to choose from</p><br><p>Add examples to help workers 
 understand the label</p>", 
    "fullInstruction": "<ol> 
                        <li><strong>Read</strong> the text carefully.</li> 
                        <li><strong>Highlight</strong> words, phrases, or sections of 
 the text.</li> 
                        <li><strong>Choose</strong> the label that best matches what 
 you have highlighted.</li> 
                        <li>To <strong>change</strong> a label, choose highlighted text 
 and select a new label.</li> 
                        <li>To <strong>remove</strong> a label from highlighted text, 
 choose the X next to the  
                        abbreviated label name on the highlighted text.</li> 
                        <li>You can select all of a previously highlighted text, but 
 not a portion of it.</li> 
                        </ol>" 
  }
}

Datos de salida de reconocimiento de entidades con nombre

Después de crear un trabajo de etiquetado de reconocimiento de entidades con nombre, los datos 
de salida se ubicarán en el bucket de Amazon S3 especificado en el parámetro S3OutputPath al 
utilizar la API o en el campo Ubicación del conjunto de datos de salida de la sección Información 
general del trabajo de la consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y 
la estructura de archivos que Ground Truth utiliza para almacenar los datos de salida, consulte Datos 
de salida.

Clasificación de texto (etiqueta única)

Para clasificar artículos y texto en categorías predefinidas, utilice la clasificación de texto. Por 
ejemplo, puede utilizar la clasificación de texto para identificar el sentimiento transmitido en una 
revisión o la emoción subyacente a una sección de texto. Utilice la clasificación de texto de Amazon 
SageMaker Ground Truth para que los trabajadores ordenen el texto en las categorías que defina.

Puede crear un trabajo de etiquetado de clasificación de texto desde la sección Ground Truth de la 
consola de Amazon SageMaker o la operación CreateLabelingJob.
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Important

Si crea manualmente un archivo de manifiesto de entrada, use "source" para identificar el 
texto que quiere etiquetar. Para obtener más información, consulte Datos de entrada.

Crear un trabajo de etiquetado de clasificación de texto (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear 
un trabajo de etiquetado de clasificación de texto en la consola de SageMaker. En el paso 10, elija
Text (Texto) en el menú desplegable Task category (Categoría de tarea) y, luego, Text Classification 
(Single Label) [Clasificación de texto (etiqueta única)] como tipo de tarea.

Ground Truth proporciona una interfaz de usuario de trabajador similar a la siguiente para las tareas 
de etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para 
ayudar a los trabajadores a completar el trabajo y las etiquetas que los trabajadores pueden elegir.
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Crear un trabajo de etiquetado de clasificación de texto (API)

Para crear un trabajo de etiquetado de clasificación de texto, utilice la operación
CreateLabelingJob de la API de SageMaker. Esta API define esta operación para todos los SDK 
de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, revise la 
sección Ver también de CreateLabelingJob.

Siga las instrucciones de Crear un trabajo de etiquetado (API) y haga lo siguiente mientras configura 
su solicitud:

• Las funciones de Lambda de preanotación para este tipo de tarea terminan con PRE-
TextMultiClass. Para buscar el ARN de Lambda de preanotación para su región, consulte
PreHumanTaskLambdaArn.

• Las funciones de Lambda de consolidación de anotaciones para este tipo de tarea terminan con
ACS-TextMultiClass. Para buscar el ARN de Lambda de consolidación de anotaciones para su 
región, consulte AnnotationConsolidationLambdaArn.

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia). Todos los parámetros en rojo 
deben reemplazarse con sus especificaciones y recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-text-classification-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
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    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
TextMultiClass, 
        'TaskKeywords': [ 
             Text classification', 
        ], 
        'TaskTitle': Text classification task', 
        'TaskDescription': 'Carefully read and classify this text using the categories 
 provided.', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-TextMultiClass' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Proporcionar una plantilla para trabajos de etiquetado de clasificación de texto

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del trabajador 
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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<crowd-form> 
  <crowd-classifier 
    name="crowd-classifier" 
    categories="{{ task.input.labels | to_json | escape }}" 
    header="classify text" 
  > 
    <classification-target style="white-space: pre-wrap"> 
      {{ task.input.taskObject }} 
    </classification-target> 
    <full-instructions header="Classifier instructions"> 
      <ol><li><strong>Read</strong> the text carefully.</li> 
      <li><strong>Read</strong> the examples to understand more about the options.</li> 
      <li><strong>Choose</strong> the appropriate labels that best suit the text.</
li></ol> 
    </full-instructions> 
    <short-instructions> 
      <p>Enter description of the labels that workers have to choose from</p> 
      <p><br></p><p><br></p><p>Add examples to help workers understand the label</p> 
      <p><br></p><p><br></p><p><br></p><p><br></p><p><br></p> 
    </short-instructions> 
  </crowd-classifier> 
  </crowd-form>

Datos de salida de clasificación de texto

Una vez que haya creado un trabajo de etiquetado de clasificación de texto, los datos de salida se 
ubicarán en el bucket de Amazon S3 especificado en el parámetro S3OutputPath al utilizar la API o 
en el campo Ubicación del conjunto de datos de salida de la sección Información general del trabajo
de la consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y 
la estructura de archivos que Ground Truth utiliza para almacenar los datos de salida, consulte Datos 
de salida.

Para ver un ejemplo de archivos de manifiesto de salida para el trabajo de etiquetado de clasificación 
de texto, consulte Salidas del trabajo de clasificación.

Clasificación de texto (etiquetas múltiples)

Para categorizar artículos y texto en varias categorías predefinidas, utilice el tipo de tarea de 
clasificación de texto con etiquetas múltiples. Por ejemplo, puede utilizar este tipo de tarea para 
identificar más de una emoción transmitida en el texto.
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Al trabajar en una tarea de clasificación de texto con varias etiquetas, los trabajadores deben elegir 
todas las etiquetas aplicables, pero deben elegir al menos una. Al crear un trabajo con este tipo de 
tarea, puede proporcionar hasta 50 categorías de etiquetas.

Amazon SageMaker Ground Truth no tiene una categoría “ninguna” que se pueda usar cuando 
no se aplique ninguna de las etiquetas. Para proporcionar esta opción a los trabajadores, incluya 
una etiqueta similar a “ninguna” u “otro” cuando cree un trabajo de clasificación de texto con varias 
etiquetas.

Para restringir a los trabajadores la elección a una sola etiqueta para cada documento o selección de 
texto, utilice el tipo de tarea Clasificación de texto (etiqueta única).

Important

Si crea manualmente un archivo de manifiesto de entrada, use "source" para identificar el 
texto que quiere etiquetar. Para obtener más información, consulte Datos de entrada.

Creación de un trabajo de etiquetado de clasificación de texto con etiquetas múltiples (Consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear 
un trabajo de etiquetado de clasificación de texto con etiquetas múltiples en la consola de Amazon 
SageMaker. En el paso 10, elija Text (Texto) en el menú desplegable Task category (Categoría de 
tarea) y elija Text Classification (Multi-label) [Clasificación de texto (varias etiquetas)] como tipo de 
tarea.

Ground Truth proporciona una interfaz de usuario de trabajador similar a la siguiente para las tareas 
de etiquetado. Al crear el trabajo de etiquetado con la consola, se especifican instrucciones para 
ayudar a los trabajadores a completar el trabajo y las etiquetas que los trabajadores pueden elegir.
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Crear un trabajo de etiquetado de clasificación de texto con etiquetas múltiples (API)

Para crear un trabajo de etiquetado de clasificación de texto con etiquetas múltiples, utilice la 
operación CreateLabelingJob de la API de SageMaker. Esta API define esta operación para 
todos los SDK de AWS. Para ver una lista de SDK específicos de lenguajes admitidos para esta 
operación, revise la sección Ver también de CreateLabelingJob.

Siga las instrucciones de Crear un trabajo de etiquetado (API) y haga lo siguiente mientras configura 
su solicitud:

• Las funciones de Lambda de preanotación para este tipo de tarea terminan con PRE-
TextMultiClassMultiLabel. Para buscar el ARN de Lambda de preanotación para su región, 
consulte PreHumanTaskLambdaArn.

• Las funciones de Lambda de consolidación de anotaciones para este tipo de tarea terminan 
con ACS-TextMultiClassMultiLabel. Para buscar el ARN de Lambda de consolidación de 
anotaciones para su región, consulte AnnotationConsolidationLambdaArn.

Texto de etiqueta 1426

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/dg/API_HumanTaskConfig.html#SageMaker-Type-HumanTaskConfig-PreHumanTaskLambdaArn
https://docs.aws.amazon.com/sagemaker/latest/dg/API_AnnotationConsolidationConfig.html#SageMaker-Type-AnnotationConsolidationConfig-AnnotationConsolidationLambdaArn


Amazon SageMaker Guía para desarrolladores

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia). Todos los parámetros en rojo 
deben reemplazarse con sus especificaciones y recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-multi-label-text-classification-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/custom-worker-task-template.html'
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda::function:PRE-
TextMultiClassMultiLabel, 
        'TaskKeywords': [ 
             'Text Classification', 
        ], 
        'TaskTitle': 'Multi-label text classification task', 
        'TaskDescription': 'Select all labels that apply to the text shown', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
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        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-TextMultiClassMultiLabel' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Crear una plantilla para la clasificación de texto con etiquetas múltiples

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del trabajador 
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla. Modifique únicamente short-
instructions, full-instructions y header.

Cargue esta plantilla a S3 y proporcione el URI de S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-classifier-multi-select 
    name="crowd-classifier-multi-select" 
    categories="{{ task.input.labels | to_json | escape }}" 
    header="Please identify all classes in the below text" 
  > 
    <classification-target style="white-space: pre-wrap"> 
      {{ task.input.taskObject }} 
    </classification-target> 
    <full-instructions header="Classifier instructions"> 
      <ol><li><strong>Read</strong> the text carefully.</li> 
      <li><strong>Read</strong> the examples to understand more about the options.</li> 
      <li><strong>Choose</strong> the appropriate labels that best suit the text.</
li></ol> 
    </full-instructions> 
    <short-instructions> 
      <p>Enter description of the labels that workers have to choose from</p> 
      <p><br></p> 
      <p><br></p><p>Add examples to help workers understand the label</p> 
      <p><br></p><p><br></p><p><br></p><p><br></p><p><br></p> 
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    </short-instructions> 
  </crowd-classifier-multi-select> 
  </crowd-form>

Para obtener información sobre cómo crear una plantilla personalizada, consulte Creación de flujos 
de trabajo de etiquetado personalizados.

Datos de salida de clasificación de texto multietiqueta

Una vez haya creado un trabajo de etiquetado de clasificación de texto con múltipleas etiquetas, 
los datos de salida se ubicarán en el bucket de Amazon S3 especificado en el parámetro
S3OutputPath al utilizar la API o en el campo Ubicación del conjunto de datos de salida de la 
sección Descripción general del trabajo de la consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y 
la estructura de archivos que Ground Truth utiliza para almacenar los datos de salida, consulte Datos 
de salida.

Para ver un ejemplo de archivos de manifiesto de salida para el trabajo de etiquetado de clasificación 
de texto con etiquetas múltiples, consulte Salida del trabajo de clasificación de etiquetas múltiples.

Etiquetar vídeos y fotogramas de vídeo

Puede utilizar Ground Truth para clasificar vídeos y anotar fotogramas de vídeo (imágenes fijas 
extraídas de vídeos) mediante uno de los tres tipos de tareas de vídeo integrados. Estos tipos de 
tareas agilizan el proceso de creación de trabajos de etiquetado de vídeo y fotogramas de vídeo 
utilizando la consola, la API y los SDK específicos del idioma de Amazon SageMaker.

• Clasificación de clips de vídeo: permita a los trabajadores clasificar los vídeos en las categorías 
que especifique. Por ejemplo, puede utilizar este tipo de tarea para que los trabajadores clasifiquen 
los vídeos en temas como deportes, comedia, música y educación. Para obtener más información, 
consulte Clasificación de vídeo.

• Trabajos de etiquetado de fotogramas de vídeo: permita a los trabajadores anotar los fotogramas 
extraídos de un vídeo utilizando cuadros delimitadores, polilíneas, polígonos o herramientas de 
anotación de puntos clave. Ground Truth ofrece dos tipos de tareas integradas para etiquetar 
fotogramas de vídeo:

• Detección de objetos en fotogramas de vídeo: permite a los trabajadores identificar y localizar 
objetos en los fotogramas de vídeo.
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• Seguimiento de objetos en fotogramas de vídeo: permite a los trabajadores realizar un 
seguimiento del movimiento de los objetos en los fotogramas de vídeo.

• Trabajos de ajuste de fotogramas de vídeo: permite a los trabajadores ajustar etiquetas, 
atributos de categorías de etiquetas y atributos de fotogramas de un trabajo anterior de 
detección de objetos o de etiquetado de seguimiento de objetos en fotogramas de vídeo.

• Trabajos de verificación de fotogramas de vídeo: permite a los trabajadores verificar etiquetas, 
atributos de categorías de etiquetas y atributos de fotogramas de un trabajo anterior de 
detección de objetos o de etiquetado de seguimiento de objetos en fotogramas de vídeo.

Si tiene archivos de vídeo, puede utilizar la herramienta de extracción automática de fotogramas 
Ground Truth para extraer fotogramas de sus vídeos. Para obtener más información, consulte
Datos de entrada de fotogramas de vídeo.

Tip

Para obtener más información sobre los tipos de archivos compatibles y las cuotas de datos 
de entrada, consulte Datos de entrada.

Temas

• Clasificación de vídeo

• Etiquetar fotogramas de vídeo

• Instrucciones de trabajo

Clasificación de vídeo

Utilice una clasificación de vídeo de Amazon SageMaker Ground Truth cuando necesite que los 
trabajadores clasifiquen los vídeos con las etiquetas predefinidas que especifique. A los trabajadores 
se les muestran vídeos y se les pide que elijan una etiqueta para cada vídeo.

Puede crear un trabajo de etiquetado de clasificación de vídeo desde la sección Ground Truth de la 
consola de Amazon SageMaker o la operación CreateLabelingJob.

Los archivos de vídeo deben estar codificados en un formato compatible con el navegador que 
utiliza el equipo de trabajo que etiqueta los datos. Se recomienda comprobar que todos los formatos 
de archivo de vídeo del archivo de manifiesto de entrada se muestran correctamente en la vista 
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previa de la interfaz de usuario de trabajo. Puede comunicar a sus trabajadores los navegadores 
que son compatibles siguiendo las instrucciones para trabajadores. Para ver los formatos de archivo 
compatibles, consulte Formatos de fecha admitidos.

Important

Para este tipo de tarea, si crea su propio archivo de manifiesto, utilice "source-ref" para 
identificar la ubicación de cada archivo de vídeo de Amazon S3 que desee etiquetar. Para 
obtener más información, consulte Datos de entrada.

Cree un trabajo de etiquetado de clasificación de vídeo (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear 
un trabajo de etiquetado de clasificación de vídeo en la consola de SageMaker. En el paso 10, elija
Texto en el menú desplegable Categoría de tarea y elija Clasificación de vídeo como tipo de tarea.

Ground Truth proporciona una interfaz de usuario de trabajador similar a la siguiente para las tareas 
de etiquetado. Al crear el trabajo de etiquetado en la consola, se especifican instrucciones para 
ayudar a los trabajadores a completar el trabajo y las etiquetas que los trabajadores pueden elegir.
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Cree un trabajo de etiquetado de clasificación de vídeo (API)

En esta sección, se explican los detalles que necesita saber cuando crea un trabajo de etiquetado 
mediante la operación CreateLabelingJob de la API de SageMaker. Esta API define esta 
operación para todos los SDK de AWS. Para ver una lista de SDK específicos de lenguajes 
admitidos para esta operación, revise la sección Ver también de CreateLabelingJob.

Siga las instrucciones de Crear un trabajo de etiquetado (API) y haga lo siguiente mientras configura 
su solicitud:

• Utilice una función de Lambda de preanotación que termine en PRE-VideoClassification. 
Para buscar el ARN de Lambda de preanotación para su región, consulte
PreHumanTaskLambdaArn.

• Utilice una función de Lambda de consolidación de anotaciones que termine en ACS-
VideoClassification. Para buscar el ARN de Lambda de consolidación de anotaciones para 
su región, consulte AnnotationConsolidationLambdaArn.

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia).

response = client.create_labeling_job( 
    LabelingJobName='example-video-classification-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
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    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
VideoClassification', 
        'TaskKeywords': [ 
             'Video Classification', 
        ], 
        'TaskTitle': 'Video classification task', 
        'TaskDescription': 'Select a label to classify this video', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-VideoClassification' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Proporcione una plantilla para la clasificación de vídeos

Si crea un trabajo de etiquetado con la API, debe proporcionar una plantilla de tarea del trabajador 
en UiTemplateS3Uri. Copie y modifique la siguiente plantilla modificando short-instructions,
full-instructions y header. Cargue esta plantilla en Amazon S3 y proporcione el URI de 
Amazon S3 para este archivo en UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script> 

              <crowd-form> 
                  <crowd-classifier 
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                    name="crowd-classifier" 
                    categories="{{ task.input.labels | to_json | escape }}" 
                    header="Please classify video" 
                  > 
                    <classification-target> 
                       <video width="100%" controls/> 
                        <source src="{{ task.input.taskObject | grant_read_access }}" 
 type="video/mp4"/> 
                        <source src="{{ task.input.taskObject | grant_read_access }}" 
 type="video/webm"/> 
                        <source src="{{ task.input.taskObject | grant_read_access }}" 
 type="video/ogg"/> 
                      Your browser does not support the video tag. 
                      </video> 
                    </classification-target> 
                    <full-instructions header="Video classification instructions"> 
                      <ol><li><strong>Read</strong> the task carefully and inspect the 
 video.</li> 
                        <li><strong>Read</strong> the options and review the examples 
 provided to understand more about the labels.</li> 
                        <li><strong>Choose</strong> the appropriate label that best 
 suits the video.</li></ol> 
                    </full-instructions> 
                    <short-instructions> 
                      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3> 
                        <p>Enter description to explain the correct label to the 
 workers</p> 
                        <p><img src="https://d7evko5405gb7.cloudfront.net/
fe4fed9b-660c-4477-9294-2c66a15d6bbe/src/images/quick-instructions-example-
placeholder.png" style="max-width:100%"></p> 
                        <h3><span style="color: rgb(230, 0, 0);">Bad example</span></
h3> 
                        <p>Enter description of an incorrect label</p> 
                        <p><img src="https://d7evko5405gb7.cloudfront.net/
fe4fed9b-660c-4477-9294-2c66a15d6bbe/src/images/quick-instructions-example-
placeholder.png" style="max-width:100%"></p> 
                    </short-instructions> 
                  </crowd-classifier> 
              </crowd-form>
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Datos de salida de clasificación de vídeo

Una vez que haya creado un trabajo de etiquetado de clasificación de vídeo, los datos de salida se 
ubicarán en el bucket de Amazon S3 especificado en el parámetro S3OutputPath al utilizar la API o 
en el campo Ubicación del conjunto de datos de salida de la sección Información general del trabajo
de la consola.

Para obtener más información sobre el archivo de manifiesto de salida generado por Ground Truth y 
la estructura de archivos que Ground Truth utiliza para almacenar los datos de salida, consulte Datos 
de salida.

Para ver un ejemplo de archivos de manifiesto de salida para los trabajos de etiquetado con 
clasificación de vídeo, consulte Salidas del trabajo de clasificación.

Etiquetar fotogramas de vídeo

Puede utilizar los tipos de tareas de fotogramas de vídeo integrados en Ground Truth para que los 
trabajadores anoten los fotogramas de vídeo mediante cuadros delimitadores, polilíneas, polígonos 
o puntos clave. Un fotograma de vídeo es una secuencia de imágenes que se han extraído de un 
vídeo.

Si no tiene fotogramas de vídeo, puede proporcionar archivos de vídeo (archivos MP4) y utilizar la 
herramienta de extracción automática de fotogramas Ground Truth para extraer fotogramas de vídeo. 
Para obtener más información, consulte Proporcione archivos de vídeo.

Puede utilizar los siguientes tipos de tareas de vídeo integrado para crear trabajos de etiquetado 
de fotogramas de vídeo utilizando la consola, la API y los SDK específicos del idioma de Amazon 
SageMaker.

• Detección de objetos en fotogramas de vídeo: utilice este tipo de tarea cuando desee que los 
trabajadores identifiquen y localicen objetos en secuencias de fotogramas de vídeo. Usted 
proporciona una lista de categorías y los trabajadores pueden seleccionar una categoría cada vez 
y anotar los objetos a los que se aplica la categoría en todos los fotogramas. Por ejemplo, puede 
utilizar este tipo de tarea para pedir a los trabajadores que identifiquen y localicen diferentes tipos 
de objetos en un objeto, como automóviles, bicicletas y peatones.

• Seguimiento de objetos en fotogramas de vídeo: utilice este tipo de tareas cuando desee que 
los trabajadores realicen un seguimiento del movimiento de instancias de objetos a lo largo de 
secuencias de fotogramas de vídeo. Cuando un trabajador añade una anotación a un fotograma, 
esa anotación se asocia a un identificador de instancia único. El trabajador añade anotaciones 
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asociadas al mismo identificador en todos los demás fotogramas para identificar el mismo objeto o 
persona. Por ejemplo, un trabajador puede realizar el seguimiento del movimiento de un vehículo 
a lo largo de una secuencia de fotogramas de vídeo trazando cuadros delimitadores asociados al 
mismo identificador alrededor del vehículo en cada fotograma que aparece.

Utilice los temas siguientes para obtener más información sobre estos tipos de tareas integradas 
y sobre cómo crear un trabajo de etiquetado utilizando cada tipo de tarea. Consulte Tipos de 
tareas para obtener más información sobre las herramientas de anotación (cuadros delimitadores, 
polilíneas, polígonos y puntos clave) disponibles para estos tipos de tareas.

Antes de crear un trabajo de etiquetado, le recomendamos que consulte Descripción general del 
trabajo de etiquetado de fotogramas de vídeo.

Temas

• Detección de objetos en fotogramas de vídeo

• Seguimiento de objetos en fotogramas de vídeo

• Descripción general del trabajo de etiquetado de fotogramas de vídeo

Detección de objetos en fotogramas de vídeo

Puede utilizar el tipo de tarea de detección de objetos en fotogramas de vídeo para que los 
trabajadores identifiquen y localicen los objetos de una secuencia de fotogramas de vídeo (imágenes 
extraídas de un vídeo) mediante cuadros delimitadores, polilíneas, polígonos o herramientas de 
anotación de puntos clave. La herramienta que elija definirá el tipo de tarea de fotogramas de vídeo 
que creará. Por ejemplo, puede utilizar una tarea de detección de objetos en fotogramas de vídeo 
con cuadro delimitador para identificar y localizar diversos objetos en una serie de fotogramas de 
vídeo, como automóviles, bicicletas y peatones.

Puede crear un trabajo de etiquetado de detección de objetos en fotogramas de vídeo mediante la 
consola de Amazon SageMaker Ground Truth, la API de SageMaker y los SDK AWS específicos 
del idioma. Para obtener más información, consulte Crear un trabajo de etiquetado de detección de 
objetos en fotogramas de vídeo y seleccione su método preferido. Consulte Tipos de tareas para 
obtener más información sobre las herramientas de anotación que puede elegir al crear un trabajo de 
etiquetado.

Ground Truth proporciona una interfaz de usuario del trabajador y herramientas para completar las 
tareas de etiquetado: Obtener una vista previa de la interfaz de usuario del trabajador.
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Puede crear un trabajo para ajustar las anotaciones creadas en un trabajo de etiquetado de 
detección de objetos en vídeo mediante el tipo de tarea de ajuste de detección de objetos en vídeo. 
Para obtener más información, consulte Crear un trabajo de etiquetado de ajuste o verificación de 
detección de objetos en fotogramas de vídeo.

Obtener una vista previa de la interfaz de usuario del trabajador

Ground Truth proporciona a los trabajadores una interfaz de usuario (IU) web para completar tareas 
de anotación de detección de objetos en fotogramas de vídeo. Es posible obtener una vista previa e 
interactuar con la interfaz de usuario del trabajador al crear un trabajo de etiquetado en la consola. 
Si no tiene experiencia, le recomendamos que cree un trabajo de etiquetado a través de la consola 
utilizando un pequeño conjunto de datos de entrada para obtener una vista previa de la interfaz de 
usuario del trabajador y asegurarse de que los fotogramas de vídeo, las etiquetas y los atributos de 
etiqueta tengan el aspecto esperado.

La interfaz de usuario proporciona a los trabajadores las siguientes herramientas de etiquetado de 
asistencia para completar las tareas de detección de objetos:

• Para todas las tareas, los trabajadores pueden utilizar las características Copiar en siguiente y
Copiar en todos para copiar una anotación en el siguiente fotograma o en todos los fotogramas 
siguientes, respectivamente.

• Para las tareas que incluyen las herramientas de cuadros delimitadores, los trabajadores pueden 
utilizar la característica Predecir siguiente para dibujar un cuadro delimitador en un solo fotograma 
y, a continuación, predecir con Ground Truth la ubicación de los cuadros con la misma etiqueta en 
todos los demás fotogramas. A continuación, los trabajadores pueden realizar ajustes para corregir 
las ubicaciones previstas de los cuadros.

Crear un trabajo de etiquetado de detección de objetos en fotogramas de vídeo

Puede crear un trabajo de etiquetado de detección de objetos en fotogramas de vídeo mediante la 
consola de SageMaker o la operación de la API CreateLabelingJob.

En esta sección se da por sentado que ha consultado Descripción general del trabajo de etiquetado 
de fotogramas de vídeo y elegido el tipo de datos de entrada y la conexión del conjunto de datos de 
entrada que está utilizando.

Crear un trabajo de etiquetado (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear un 
trabajo de seguimiento de objetos en fotogramas de vídeo en la consola de SageMaker. En el paso 
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10, seleccione Vídeo: detección de objetos en la lista desplegable Categoría de tareas. Seleccione el 
tipo de tarea deseado seleccionando una de las tarjetas de Selección de tareas.

Crear un trabajo de etiquetado (API)

Cree un trabajo de etiquetado de detección de objetos utilizando la operación de la API de 
SageMaker CreateLabelingJob. Esta API define esta operación para todos los SDK de AWS. 
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Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, consulte la 
sección Ver también de CreateLabelingJob.

Crear un trabajo de etiquetado (API) proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Utilice
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
VideoObjectDetection. Sustituya <region> por la región de AWS en la que está creando el 
trabajo de etiquetado.

No incluya una entrada para el parámetro UiTemplateS3Uri.

• El LabelAttributeName debe terminar en -ref. Por ejemplo, video-od-labels-ref.

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de secuencia de fotogramas 
de vídeo. Puede crear este archivo de manifiesto mediante la consola de SageMaker o crearlo 
manualmente y cargarlo en Amazon S3. Para obtener más información, consulte Configuración de 
los datos de entrada.

• Solo puede utilizar equipos de trabajo privados o de proveedores para crear trabajos de etiquetado 
de detección de objetos en fotogramas de vídeo.

• Especifique las etiquetas, los atributos de fotograma y de categoría de etiqueta, el tipo de 
tarea y las instrucciones de trabajo en un archivo de configuración de categorías de etiqueta. 
Especifique el tipo de tarea (cuadros delimitadores, polilíneas, polígonos o puntos clave) utilizando
annotationType en el archivo de configuración de categorías de etiquetas. Para obtener más 
información, consulte Crear un archivo de configuración de categorías de etiquetado con atributos 
de categorías de etiquetas y fotogramas para aprender a crear este archivo.

• Debe proporcionar ARN predefinidos para las funciones de Lambda de preanotación y 
postanotación (ACS). Estos ARN son específicos de la región de AWS y se utilizan para crear el 
trabajo de etiquetado.

• Para buscar el ARN de Lambda de preanotación, consulte PreHumanTaskLambdaArn. Utilice 
la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina 
en PRE-VideoObjectDetection.

• Para buscar el ARN de Lambda de postanotación, consulte
AnnotationConsolidationLambdaArn. Utilice la región en la que va a crear el trabajo de 
etiquetado para buscar el ARN correcto que termina en ACS-VideoObjectDetection.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser
1.
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• El etiquetado de datos automatizado no es compatible con los trabajos de 
etiquetado de fotogramas de vídeo. No especifique valores para los parámetros en
LabelingJobAlgorithmsConfig.

• Los trabajos de etiquetado de seguimiento de objetos en fotogramas de vídeo pueden tardar varias 
horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de 
etiquetado en TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia).

response = client.create_labeling_job( 
    LabelingJobName='example-video-od-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://DOC-EXAMPLE-BUCKET/path/video-frame-sequence-
input-manifest.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://DOC-EXAMPLE-BUCKET/prefix/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/prefix/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:us-east-1:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'HumanTaskUiArn: 'arn:aws:sagemaker:us-east-1:394669845002:human-task-ui/
VideoObjectDetection' 
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        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
VideoObjectDetection', 
        'TaskKeywords': [ 
             'Video Frame Object Detection', 
        ], 
        'TaskTitle': 'Video frame object detection task', 
        'TaskDescription': 'Classify and identify the location of objects and people in 
 video frames', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-VideoObjectDetection' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Crear un trabajo de etiquetado de ajuste o verificación de detección de objetos en fotogramas de 
vídeo

Puede crear un trabajo de etiquetado de ajuste y verificación utilizando la consola de Ground Truth o 
la API de CreateLabelingJob. Para obtener más información sobre los trabajos de etiquetado de 
ajuste y verificación y cómo crear uno, consulte Verificar y ajustar etiquetas.

Formato de los datos de salida

Cuando crea un trabajo de etiquetado de detección de objetos en fotogramas de vídeo, las tareas se 
envían a los trabajadores. Cuando los trabajadores completan las tareas, las etiquetas se escriben 
en la ubicación de salida de Amazon S3 especificada al crear el trabajo de etiquetado. Para obtener 
información sobre el formato de datos de salida de detección de objetos en fotogramas de vídeo, 
consulte Salida de detección de objetos en fotogramas de vídeo. Si no tiene experiencia con Ground 
Truth, consulte Datos de salida para obtener más información sobre el formato de datos de salida de 
Ground Truth.
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Seguimiento de objetos en fotogramas de vídeo

Puede utilizar el tipo de tarea de seguimiento de objetos en fotogramas de vídeo para que los 
trabajadores realicen un seguimiento del movimiento de objetos en una secuencia de fotogramas 
de vídeo (imágenes extraídas de un vídeo) mediante cuadros delimitadores, polilíneas, polígonos 
o herramientas de anotación de puntos clave. La herramienta que elija definirá el tipo de tarea de 
fotogramas de vídeo que creará. Por ejemplo, puede utilizar un tipo de tarea de seguimiento de 
objetos en fotogramas de vídeo con cuadro delimitador para pedir a los trabajadores que realicen un 
seguimiento del movimiento de objetos, como automóviles, bicicletas y peatones, dibujando cuadros 
a su alrededor.

Usted proporciona una lista de categorías y cada anotación que un trabajador añade a un fotograma 
de vídeo se identifica como una instancia de esa categoría mediante un identificador de instancia. 
Por ejemplo, si proporciona la categoría de etiqueta "automóvil", el primer automóvil que anote un 
trabajador tendrá el identificador de instancia car:1. El segundo automóvil que anote el trabajador 
tendrá el identificador de instancia car:2. Para realizar un seguimiento del movimiento de un objeto, 
el trabajador agrega anotaciones asociadas al mismo identificador de instancia alrededor del objeto 
en todos los fotogramas.

Puede crear un trabajo de etiquetado de seguimiento de objetos en fotogramas de vídeo mediante 
la consola de Amazon SageMaker Ground Truth, la API de SageMaker y los SDK AWS específicos 
del idioma. Para obtener más información, consulte Crear un trabajo de etiquetado de detección de 
objetos en fotogramas de vídeo y seleccione su método preferido. Consulte Tipos de tareas para 
obtener más información sobre las herramientas de anotación que puede elegir al crear un trabajo de 
etiquetado.

Ground Truth proporciona una interfaz de usuario del trabajador y herramientas para completar las 
tareas de etiquetado: Obtener una vista previa de la interfaz de usuario del trabajador.

Puede crear un trabajo para ajustar las anotaciones creadas en un trabajo de etiquetado de 
detección de objetos en vídeo mediante el tipo de tarea de ajuste de detección de objetos en vídeo. 
Para obtener más información, consulte Crear un trabajo de etiquetado de ajuste o verificación de 
detección de objetos en fotogramas de vídeo.

Obtener una vista previa de la interfaz de usuario del trabajador

Ground Truth proporciona a los trabajadores una interfaz de usuario (IU) web para completar tareas 
de anotación de seguimiento de objetos en fotogramas de vídeo. Es posible obtener una vista previa 
e interactuar con la interfaz de usuario del trabajador al crear un trabajo de etiquetado en la consola. 
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Si no tiene experiencia, le recomendamos que cree un trabajo de etiquetado a través de la consola 
utilizando un pequeño conjunto de datos de entrada para obtener una vista previa de la interfaz de 
usuario del trabajador y asegurarse de que los fotogramas de vídeo, las etiquetas y los atributos de 
etiqueta tengan el aspecto esperado.

La interfaz de usuario proporciona a los trabajadores las siguientes herramientas de etiquetado de 
asistencia para completar las tareas de seguimiento de objetos:

• Para todas las tareas, los trabajadores pueden utilizar las características Copiar en siguiente
y Copiar en todos para copiar una anotación con el mismo identificador único en el siguiente 
fotograma o en todos los fotogramas siguientes, respectivamente.

• Para las tareas que incluyen las herramientas de cuadros delimitadores, los trabajadores pueden 
utilizar la característica Predecir siguiente para dibujar un cuadro delimitador en un solo fotograma 
y, a continuación, predecir con Ground Truth la ubicación de los cuadros con el mismo identificador 
único en todos los demás fotogramas. A continuación, los trabajadores pueden realizar ajustes 
para corregir las ubicaciones previstas de los cuadros.

Crear un trabajo de etiquetado de seguimiento de objetos en fotogramas de vídeo

Puede crear un trabajo de etiquetado de seguimiento de objetos en fotogramas de vídeo mediante la 
consola de SageMaker o la operación de la API CreateLabelingJob.

En esta sección se da por sentado que ha consultado Descripción general del trabajo de etiquetado 
de fotogramas de vídeo y elegido el tipo de datos de entrada y la conexión del conjunto de datos de 
entrada que está utilizando.

Crear un trabajo de etiquetado (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear un 
trabajo de seguimiento de objetos en fotogramas de vídeo en la consola de SageMaker. En el paso 
10, seleccione Vídeo: seguimiento de objetos en la lista desplegable Categoría de tareas. Seleccione 
el tipo de tarea deseado seleccionando una de las tarjetas de Selección de tareas.
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Crear un trabajo de etiquetado (API)

Cree un trabajo de etiquetado de seguimiento de objetos utilizando la operación de la API de 
SageMaker CreateLabelingJob. Esta API define esta operación para todos los SDK de AWS. 
Para ver una lista de SDK específicos de lenguajes admitidos para esta operación, consulte la 
sección Ver también de CreateLabelingJob.
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Crear un trabajo de etiquetado (API) proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Utilice
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
VideoObjectTracking. Sustituya <region> por la región de AWS en la que está creando el 
trabajo de etiquetado.

No incluya una entrada para el parámetro UiTemplateS3Uri.

• El LabelAttributeName debe terminar en -ref. Por ejemplo, ot-labels-ref.

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de secuencia de fotogramas 
de vídeo. Puede crear este archivo de manifiesto mediante la consola de SageMaker o crearlo 
manualmente y cargarlo en Amazon S3. Para obtener más información, consulte Configuración de 
los datos de entrada. Si crea un trabajo de etiquetado de streaming, el archivo de manifiesto de 
entrada es opcional.

• Solo puede utilizar equipos de trabajo privados o de proveedores para crear trabajos de etiquetado 
de detección de objetos en fotogramas de vídeo.

• Especifique las etiquetas, los atributos de fotograma y de categoría de etiqueta, el tipo de 
tarea y las instrucciones de trabajo en un archivo de configuración de categorías de etiqueta. 
Especifique el tipo de tarea (cuadros delimitadores, polilíneas, polígonos o puntos clave) utilizando
annotationType en el archivo de configuración de categorías de etiquetas. Para obtener más 
información, consulte Crear un archivo de configuración de categorías de etiquetado con atributos 
de categorías de etiquetas y fotogramas para aprender a crear este archivo.

• Debe proporcionar ARN predefinidos para las funciones de Lambda de preanotación y 
postanotación (ACS). Estos ARN son específicos de la región de AWS y se utilizan para crear el 
trabajo de etiquetado.

• Para buscar el ARN de Lambda de preanotación, consulte PreHumanTaskLambdaArn. Utilice 
la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina 
en PRE-VideoObjectTracking.

• Para buscar el ARN de Lambda de postanotación, consulte
AnnotationConsolidationLambdaArn. Utilice la región en la que va a crear el trabajo de 
etiquetado para buscar el ARN correcto que termina en ACS-VideoObjectTracking.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser
1.
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• El etiquetado de datos automatizado no es compatible con los trabajos de 
etiquetado de fotogramas de vídeo. No especifique valores para los parámetros en
LabelingJobAlgorithmsConfig.

• Los trabajos de etiquetado de seguimiento de objetos en fotogramas de vídeo pueden tardar varias 
horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de 
etiquetado en TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear un 
trabajo de etiquetado en la región Este de EE. UU. (Norte de Virginia).

response = client.create_labeling_job( 
    LabelingJobName='example-video-ot-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://DOC-EXAMPLE-BUCKET/path/video-frame-sequence-
input-manifest.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://DOC-EXAMPLE-BUCKET/prefix/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/prefix/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:us-east-1:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'HumanTaskUiArn: 'arn:aws:sagemaker:us-east-1:394669845002:human-task-ui/
VideoObjectTracking' 
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        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
VideoObjectTracking', 
        'TaskKeywords': [ 
             'Video Frame Object Tracking, 
        ], 
        'TaskTitle': 'Video frame object tracking task', 
        'TaskDescription': Tracking the location of objects and people across video 
 frames', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-VideoObjectTracking' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Crear un trabajo de etiquetado de ajuste o verificación de seguimiento de objetos en fotogramas de 
vídeo

Puede crear un trabajo de etiquetado de ajuste y verificación utilizando la consola de Ground Truth o 
la API de CreateLabelingJob. Para obtener más información sobre los trabajos de etiquetado de 
ajuste y verificación y cómo crear uno, consulte Verificar y ajustar etiquetas.

Formato de los datos de salida

Cuando crea un trabajo de etiquetado de seguimiento de objetos en fotogramas de vídeo, las 
tareas se envían a los trabajadores. Cuando los trabajadores completan las tareas, las etiquetas se 
escriben en la ubicación de salida de Amazon S3 especificada al crear el trabajo de etiquetado. Para 
obtener información sobre el formato de datos de salida de seguimiento de objetos en fotogramas 
de vídeo, consulte Salida de seguimiento de objetos en fotogramas de vídeo. Si no tiene experiencia 
con Ground Truth, consulte Datos de salida para obtener más información sobre el formato de datos 
de salida de Ground Truth.
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Descripción general del trabajo de etiquetado de fotogramas de vídeo

Utilice esta página para obtener información sobre los trabajos de etiquetado de fotogramas de vídeo 
con detección y seguimiento de objetos. La información de esta página se aplica a estos dos tipos de 
tareas integradas.

El trabajo de etiquetado de fotogramas de vídeo es único debido a lo siguiente:

• Puede proporcionar objetos de datos listos para anotar (fotogramas de vídeo) o puede 
proporcionar archivos de vídeo y hacer que Ground Truth extraiga automáticamente los 
fotogramas de vídeo.

• Los trabajadores tienen la capacidad de guardar trabajo sobre la marcha.

• No puede utilizar el personal de Amazon Mechanical Turk para completar sus tareas de 
etiquetado.

• Ground Truth proporciona una interfaz de usuario para los trabajadores, así como herramientas de 
etiquetado básicas y de asistencia, para ayudar a los trabajadores a completar sus tareas. No es 
necesario proporcionar una plantilla de tarea del trabajador.

Consulte los siguientes temas para obtener más información.

Temas

• Datos de entrada

• Tiempos de finalización de trabajos

• Tipos de tareas

• Personal

• Interfaz de usuario (IU) del trabajador

• Requisitos de permiso para trabajos de fotogramas de vídeo

Datos de entrada

El trabajo de etiquetado de fotogramas de vídeo utiliza secuencias de fotogramas de vídeo. 
Una secuencia única es una serie de imágenes que se han extraído de un único vídeo. Puede 
proporcionar sus propias secuencias de fotogramas de vídeo o dejar que Ground Truth extraiga 
automáticamente las secuencias de fotogramas de vídeo de sus archivos de vídeo. Para obtener 
más información, consulte Proporcione archivos de vídeo.
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Ground Truth utiliza archivos de secuencia para identificar todas las imágenes de una sola 
secuencia. Todas las secuencias que desee incluir en un solo trabajo de etiquetado se identifican en 
un archivo de manifiesto de entrada. Cada secuencia sirve para crear una única tarea del trabajador. 
Puede crear automáticamente archivos de secuencia y un archivo de manifiesto de entrada mediante 
la configuración automática de datos de Ground Truth. Para obtener más información, consulte
Configuración automatizada de datos de entrada de fotogramas de vídeo.

Para aprender a crear manualmente archivos de secuencia y un archivo de manifiesto de entrada, 
consulte Cree un archivo de manifiesto de entrada de fotograma de vídeo.

Tiempos de finalización de trabajos

Los trabajadores pueden tardar horas en completar los trabajos de etiquetado de vídeo y fotogramas 
de vídeo. Puede establecer el tiempo total que los trabajadores pueden dedicar a cada tarea cuando 
crea un trabajo de etiquetado. El tiempo máximo que puede establecer para que los trabajadores 
trabajen en tareas es de 7 días. El valor predeterminado es 3 días.

Se recomienda encarecidamente crear tareas que los trabajadores puedan completar en un plazo de 
12 horas. Los trabajadores deben mantener abierta la interfaz de usuario mientras trabajan en una 
tarea. Pueden guardar el trabajo según avanzan y Ground Truth lo guardará automáticamente cada 
15 minutos.

Cuando utilice la operación de la API CreateLabelingJob de SageMaker, establezca 
el tiempo total que una tarea está disponible para los trabajadores en el parámetro
TaskTimeLimitInSeconds de HumanTaskConfig.

Cuando crea un trabajo de etiquetado en la consola, puede especificar este límite de tiempo al 
seleccionar el tipo de personal y el equipo de trabajo.

Tipos de tareas

Cuando crea un trabajo de etiquetado de seguimiento o detección de objetos de vídeo, debe 
especificar el tipo de anotación que desea que creen los trabajadores mientras realizan la tarea de 
etiquetado. El tipo de anotación determina el tipo de datos de salida que devuelve Ground Truth y 
define el tipo de tarea de su trabajo de etiquetado.

Si está creando un trabajo de etiquetado mediante la operación de la API CreateLabelingJob, 
especifique el tipo de tarea mediante el parámetro del archivo de configuración de categorías 
de etiquetas annotationType. Para obtener más información, consulte Crear un archivo de 
configuración de categorías de etiquetado con atributos de categorías de etiquetas y fotogramas.

Etiquetar vídeos y fotogramas de vídeo 1449

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html


Amazon SageMaker Guía para desarrolladores

Los siguientes tipos de tareas están disponibles tanto para los trabajos de seguimiento de objetos de 
vídeo como para los de etiquetado de detección de objetos de vídeo:

• Cuadro delimitador: los trabajadores disponen de herramientas para crear anotaciones en el 
cuadro delimitador. Un cuadro delimitador es un cuadro que un trabajador traza alrededor de un 
objeto para identificar la ubicación en píxeles y la etiqueta de ese objeto en el fotograma.

• Polilínea: los trabajadores cuentan con herramientas para crear anotaciones de polilínea. Una 
polilínea se define mediante una serie de coordenadas x, y. Cada punto añadido a la polilínea 
se conecta al punto anterior mediante una línea. La polilínea no tiene que estar cerrada (el punto 
inicial y el punto final no tienen por qué ser el mismo) y no hay restricciones en cuanto a los 
ángulos que se forman entre las líneas.

• Polilínea: los trabajadores cuentan con herramientas para crear anotaciones de polilínea. Una 
polilínea es una forma cerrada que se define mediante una serie de coordenadas x, y. Cada punto 
agregado al polígono se conecta al punto anterior mediante una línea y no hay restricciones en 
cuanto a los ángulos que se forman entre las líneas. No se pueden cruzar dos líneas (lados) de un 
polígono. El punto inicial y final de un polígono deben ser el mismo.

• Punto clave: los trabajadores cuentan con herramientas para crear anotaciones de punto clave. Un 
punto clave es un punto único asociado a una coordenada x, y del fotograma de vídeo.

Personal

Cuando crea un trabajo de etiquetado de fotogramas de vídeo, debe especificar un equipo de trabajo 
que completará las tareas de anotación. Puede elegir un equipo de trabajo formado por personal 
privado de su propia plantilla o por personal del proveedor que seleccione en AWS Marketplace. No 
puede utilizar el personal de Amazon Mechanical Turk para tareas de etiquetado de fotogramas de 
vídeo.

Para obtener más información sobre el personal de proveedores, consulte Gestión de personal del 
proveedor.

Para aprender a crear y administrar personal privado, consulte Usar personal privado.

Interfaz de usuario (IU) del trabajador

Ground Truth proporciona una interfaz de usuario (IU) del trabajador, herramientas y características 
de etiquetado de apoyo para ayudar a los trabajadores a completar las tareas de etiquetado de 
vídeo. Es posible obtener una vista previa de la interfaz de usuario del trabajador al crear un trabajo 
de etiquetado en la consola.
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Al crear un trabajo de etiquetado mediante la operación CreateLabelingJob de la API, debe 
suministrar un ARN facilitado por Ground Truth en el parámetro HumanTaskUiArn para especificar 
la interfaz de usuario del trabajador para el tipo de tarea. Puede utilizar HumanTaskUiArn con la 
operación de la API RenderUiTemplate de SageMaker para obtener una vista previa de la interfaz 
de usuario del trabajador.

Usted proporciona instrucciones a los trabajadores, etiquetas y, opcionalmente, atributos que los 
trabajadores pueden utilizar para proporcionar más información sobre etiquetas y fotogramas de 
vídeo. Estos atributos se denominan atributos de categoría de etiqueta y atributos de fotograma, 
respectivamente. Todos se muestran en la interfaz de usuario del trabajador.

Atributos de categorías de etiquetas y fotogramas

Cuando crea un trabajo de etiquetado de seguimiento o detección de objetos de vídeo, puede añadir 
uno o más atributos de categoría de etiqueta y atributos de fotograma:

• Atributo de categorías de etiquetas: una lista de opciones (cadenas), un cuadro de texto de 
formato libre o un campo numérico asociado a una o más etiquetas. Los trabajadores lo utilizan 
para proporcionar metadatos sobre una etiqueta.

• Atributo de fotograma: una lista de opciones (cadenas), un cuadro de texto de formato libre o un 
campo numérico que aparece en cada fotograma de vídeo que se envía a un trabajador para 
anotar. Los trabajadores lo utilizan para proporcionar metadatos sobre fotogramas de vídeo.

Además, puede utilizar los atributos de etiqueta y fotograma para que los trabajadores verifiquen 
etiquetas en un trabajo de verificación de etiquetas de fotogramas de vídeo.

Utilice las siguientes secciones para obtener más información sobre estos atributos. Para aprender a 
agregar atributos de categoría de etiqueta y fotograma a un trabajo de etiquetado, utilice la sección
Creación de trabajo de etiquetado de la página de tipo de tarea que prefiera.

Atributos de categoría de etiqueta

Agregue atributos de categoría a las etiquetas para que los trabajadores puedan proporcionar más 
información sobre las anotaciones que crean. Se añade un atributo de categorías de etiquetas a una 
etiqueta individual o a todas las etiquetas. Cuando un atributo de categorías de etiquetas se aplica a 
todas las etiquetas, se denomina atributo de categorías de etiquetas global.

Por ejemplo, si añade la categoría de etiqueta automóvil, también quizá convenga capturar datos 
adicionales sobre los automóviles etiquetados, por ejemplo, si están ocultos o el tamaño del 
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automóvil. Para capturar estos metadatos puede utilizar atributos de categoría de etiqueta. En 
este ejemplo, si agregó el atributo oculto a la categoría de etiqueta de automóvil, puede asignar
parcialmente, completamente, no al atributo oculto y permitir que los trabajadores seleccionen una de 
estas opciones.

Cuando crea un trabajo de verificación de etiquetas, se añaden los atributos de categoría a cada 
etiqueta que se desee que los trabajadores verifiquen.

Atributos de nivel de fotograma

Añada atributos de fotograma para que los trabajadores puedan proporcionar más información sobre 
fotogramas de vídeo individuales. Cada atributo de fotograma que añada aparecerá en todos los 
fotogramas.

Por ejemplo, puede añadir un atributo de fotograma de número para que los trabajadores identifiquen 
el número de objetos que ven en un fotograma específico.

En otro ejemplo, quizá convenga proporcionar un cuadro de texto de formato libre para que los 
trabajadores puedan responder a una pregunta.

Cuando crea un trabajo de verificación de etiquetas, puede añadir uno o más atributos de fotograma 
para pedir a los trabajadores que den su opinión sobre todas las etiquetas de un fotograma de vídeo.

Instrucciones de trabajo

Puede proporcionar instrucciones para ayudar a los trabajadores a completar las tareas de 
etiquetado de fotogramas de vídeo. Puede abordar los temas siguientes al redactar las instrucciones:

• Prácticas recomendadas y aspectos que evitar al anotar objetos.

• Atributos de categoría de etiqueta proporcionados (para tareas de detección y seguimiento de 
objetos) y cómo utilizarlos.

• Cómo ahorrar tiempo al etiquetar utilizando atajos de teclado.

Puede agregar las instrucciones de trabajo mediante la consola de SageMaker al crear un trabajo de 
etiquetado. Si crea un trabajo de etiquetado mediante la operación CreateLabelingJob de la API, 
especifique las instrucciones de trabajo en el archivo de configuración de categoría de etiqueta.

Además de las instrucciones, Ground Truth proporciona un enlace para ayudar a los trabajadores a 
navegar y utilizar el portal del trabajador. Para ver estas instrucciones, seleccione el tipo de tarea en
Instrucciones de trabajo.
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Rechazar tareas

Los trabajadores pueden rechazar tareas.

Los trabajadores rechazan una tarea si las instrucciones no son claras, los datos de entrada no 
se muestran correctamente o si encuentran algún otro problema con la tarea. Si el número de 
trabajadores por objeto del conjunto de datos (NumberOfHumanWorkersPerDataObject) rechaza 
la tarea, el objeto de datos se marca como caducado y no se enviará a más trabajadores.

Requisitos de permiso para trabajos de fotogramas de vídeo

Al crear un trabajo de etiquetado de fotogramas de vídeo, además de los requisitos de permisos que 
se encuentran en Asigne permisos de IAM para usar Ground Truth, debe agregar una política CORS 
al bucket de S3 que contiene el archivo de manifiesto de entrada.

Agregar una política de permisos CORS al bucket de S3

Al crear un trabajo de etiquetado de fotogramas de vídeo, especifique los buckets en S3 donde 
se encuentran los datos de entrada y el archivo de manifiesto y donde se almacenarán los datos 
de salida. Estos buckets pueden ser los mismos. Debe asociar la siguiente política de intercambio 
de recursos de origen cruzado (CORS) a los buckets de entrada y salida. Si utiliza la consola de 
Amazon S3 para agregar la política a su bucket, debe utilizar el formato JSON.

JSON

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "GET", 
            "HEAD", 
            "PUT" 
        ], 
        "AllowedOrigins": [ 
            "*" 
        ], 
        "ExposeHeaders": [ 
            "Access-Control-Allow-Origin" 
        ], 
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        "MaxAgeSeconds": 3000 
    }
]

XML

<?xml version="1.0" encoding="UTF-8"?>
<CORSConfiguration xmlns="http://s3.amazonaws.com/doc/2006-03-01/">
<CORSRule> 
    <AllowedOrigin>*</AllowedOrigin> 
    <AllowedMethod>GET</AllowedMethod> 
    <AllowedMethod>HEAD</AllowedMethod> 
    <AllowedMethod>PUT</AllowedMethod> 
    <MaxAgeSeconds>3000</MaxAgeSeconds> 
    <ExposeHeader>Access-Control-Allow-Origin</ExposeHeader> 
    <AllowedHeader>*</AllowedHeader>
</CORSRule>
</CORSConfiguration>

Para obtener información sobre cómo agregar una política CORS a un bucket de S3, consulte
¿Cómo añado la funcionalidad de uso compartido de recursos entre dominios con CORS? en la Guía 
del usuario de Amazon Simple Storage Service.

Instrucciones de trabajo

En este tema se proporciona una descripción general del portal de trabajadores de Ground Truth 
y las herramientas disponibles para completar la tarea de etiquetado de fotogramas de vídeo. En 
primer lugar, seleccione el tipo de tarea en la que está trabajando en Temas.

Important

Se recomienda realizar la tarea con un navegador web Google Chrome o Firefox.

Para trabajos de ajuste, seleccione el tipo de tarea de etiquetado original con el que se han 
producido las etiquetas que está ajustando. Revise y ajuste las etiquetas de su tarea según sea 
necesario.

Temas

• Trabajar en tareas de seguimiento de objetos en fotogramas de vídeo
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• Trabajar en tareas de detección de objetos en fotogramas de vídeo

Trabajar en tareas de seguimiento de objetos en fotogramas de vídeo

Las tareas de seguimiento de objetos en fotogramas de vídeo requiere realizar un seguimiento del 
movimiento de los objetos en los fotogramas de vídeo. Un fotograma de vídeo es una imagen fija de 
una escena de vídeo.

Puede utilizar la interfaz de usuario del trabajador para navegar entre fotogramas de vídeo y utilizar 
las herramientas suministradas para identificar objetos únicos y realizar un seguimiento de su 
movimiento de un fotograma a otro. Utilice esta página para aprender a navegar por la interfaz de 
usuario del trabajador, utilizar las herramientas suministradas y realizar la tarea.

Se recomienda realizar la tarea con un navegador web Google Chrome o Firefox.

Important

Si ve que ya se han agregado anotaciones a uno o más fotogramas de vídeo al abrir la tarea, 
ajústelas y añada las anotaciones adicionales que desee.

Temas

• Su tarea

• Navegar por la interfaz de usuario

• Editar atributos de etiqueta y de fotograma de forma masiva

• Guía de herramientas

• Guía de iconos

• Atajos

• Liberar, Detener y reanudar y Rechazar tareas

• Guardar el trabajo y enviar

Su tarea

Cuando trabaja en una tarea de seguimiento de objetos en fotogramas de vídeo, debe seleccionar 
una categoría en el menú Categoría de etiquetas situado en el lado derecho del portal de 
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trabajadores para comenzar a anotar. Una vez que haya elegido una categoría, utilice las 
herramientas suministradas para anotar los objetos a los que se aplica la categoría. Esta anotación 
se asociará a un identificador de etiqueta único que solo debe utilizarse para ese objeto. Utilice este 
mismo identificador de etiqueta para crear anotaciones adicionales para el mismo objeto en todos 
los fotogramas de vídeo en los que aparezca. Consulte Guía de herramientas para obtener más 
información sobre las herramientas proporcionadas.

Después de añadir una etiqueta, es posible que vea una flecha que apunta hacia abajo junto a la 
etiqueta en el menú Etiquetas. Seleccione esta flecha y, a continuación, seleccione una opción para 
cada atributo de etiqueta que vea para proporcionar más información sobre esa etiqueta.

Puede ver los atributos de fotograma en el menú Etiquetas. Estos atributos aparecerán en cada 
fotograma de la tarea. Utilice estas solicitudes de atributos para introducir información adicional sobre 
cada fotograma.

Después de añadir una etiqueta, puede añadir y editar rápidamente el valor del atributo de una 
categoría de etiqueta utilizando la flecha que apunta hacia abajo situada junto a la etiqueta en el 
menú Etiquetas. Si seleccionas el icono de lápiz situado junto a la etiqueta en el menú Etiquetas, 
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aparecerá el menú Editar instancia. Puede editar el identificador de la etiqueta, la categoría de la 
etiqueta y los atributos de categoría de la etiqueta en este menú.

Para editar una anotación, seleccione la etiqueta de la anotación que desea editar en el menú
Etiquetas o seleccione la anotación en el fotograma. Cuando edita o elimina una anotación, la acción 
solo modificará la anotación en un fotograma.

Si está trabajando en una tarea que incluye una herramienta de cuadro delimitador, utilice el icono 
de predecir siguiente para predecir la ubicación de todos los cuadros delimitadores que ha dibujado 
en el fotograma siguiente. Si selecciona un solo cuadro y, a continuación, selecciona el icono 
de predecir siguiente, solo se predecirá ese cuadro en el fotograma siguiente. Si no ha añadido 
ningún cuadro al fotograma actual, recibirá un mensaje de error. Debe añadir al menos un cuadro al 
fotograma antes de utilizar esta característica.

Cuando utilice el icono de predecir siguiente, revise la ubicación de cada cuadro en el fotograma 
siguiente y realice los ajustes necesarios en la ubicación y el tamaño del cuadro.

Para todas las demás herramientas, puede utilizar las herramientas Copiar en siguiente y Copiar 
en todos para copiar las anotaciones en el siguiente fotograma o en todos los fotogramas, 
respectivamente.

Navegar por la interfaz de usuario

Puede navegar por los fotogramas de vídeo empleando la barra de navegación de la esquina inferior 
izquierda de la interfaz de usuario.

Utilice el botón de reproducción para desplazarse automáticamente por toda la secuencia de 
fotogramas.

Utilice los botones de fotograma siguiente y fotograma anterior para avanzar o retroceder fotograma 
a fotograma. También puede introducir un número de fotograma para navegar hasta él.

Puede ampliar y reducir la vista de todos los fotogramas de vídeo. Cuando amplía un fotograma de 
vídeo puede moverse por él utilizando el icono de movimiento. Cuando configura una nueva vista 
en un fotograma de vídeo aplicando zoom y desplazándose dentro de ese fotograma, todos los 
fotogramas de vídeo se configuran en la misma vista. Puede restablecer todos los fotogramas de 
vídeo a la vista original mediante el icono de ajuste de pantalla. Para ver opciones de visualización 
adicionales, consulte Guía de iconos.

Cuando se encuentra en la interfaz de usuario del trabajador se muestran los siguientes menús:

Etiquetar vídeos y fotogramas de vídeo 1457



Amazon SageMaker Guía para desarrolladores

• Instrucciones: consulte estas instrucciones antes de comenzar la tarea. Además, seleccione Más 
instrucciones y consulte estas instrucciones.

• Métodos abreviados: utilice este menú para ver los accesos directos de teclado que puede utilizar 
para navegar por los fotogramas y utilizar las herramientas suministradas.

• Ayuda: utilice esta opción para consultar esta documentación.

Editar atributos de etiqueta y de fotograma de forma masiva

Puede editar de forma masiva los atributos de etiqueta y los atributos de fotograma (atributos).

Cuando edita un atributo de forma masiva, se especifican uno o más intervalos de fotogramas a 
los que se desea aplicar la edición. El atributo que seleccione se edita en todos los fotogramas de 
ese intervalo, incluidos los fotogramas inicial y final que especifique. Al editar de forma masiva los 
atributos de etiqueta, el intervalo que especifique debe contener la etiqueta a la que está asociado el 
atributo de etiqueta. Si especifica fotogramas que no contienen esta etiqueta, se producirá un error.

Para editar un atributo de forma masiva, primero debe especificar el valor deseado para el atributo. 
Por ejemplo, si desea cambiar un atributo de Sí a No, debe seleccionar No y, a continuación, realizar 
la edición masiva.

También puede especificar un nuevo valor para un atributo que no se haya rellenado y, a 
continuación, utilizar la característica de edición masiva para rellenar ese valor en varios fotogramas. 
Para ello, seleccione el valor deseado para el atributo y complete el siguiente procedimiento.

Para editar de forma masiva una etiqueta o un atributo:

1. Utilice el ratón para hacer clic con el botón derecho del ratón en el atributo que desea editar de 
forma masiva.

2. Especifique el intervalo de fotogramas al que desea aplicar la edición masiva utilizando un guion 
(-) en el cuadro de texto. Por ejemplo, si desea aplicar la edición a los fotogramas del uno al 
diez, introduzca 1-10. Si desea aplicar la edición a los fotogramas del dos al cinco, del ocho al 
diez y veinte, introduzca 2-5,8-10,20.

3. Seleccione Confirmar.

Si recibe un mensaje de error, compruebe que ha introducido un intervalo válido y que la etiqueta 
asociada al atributo de etiqueta que está editando (si corresponde) existe en todos los fotogramas 
especificados.
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Puede añadir rápidamente una etiqueta a todos los fotogramas anteriores o subsiguientes con las 
opciones Duplicar en los fotograma anteriores y Duplicar en los fotogramas siguientes del menú
Etiqueta, en la parte superior de la pantalla.

Guía de herramientas

La tarea incluirá una o más herramientas. La herramienta proporcionada dicta el tipo de anotaciones 
que creará para identificar y realizar un seguimiento de los objetos. Utilice la siguiente tabla para 
obtener más información sobre cada herramienta proporcionada.

Herramienta Icono Acción Descripción

Cuadro delimitador Añada una anotación 
en un cuadro 
delimitador.

Seleccione este 
icono para añadir 
un cuadro delimitad 
or. Cada cuadro 
delimitador que 
añada se asocia a la 
categoría que elija en 
el menú desplegable 
Categoría de etiqueta. 
Seleccione el cuadro 
delimitador o su 
etiqueta asociada 
para ajustarlo.

Cuadro delimitador Realice una predicció 
n de los cuadros 
delimitadores en el 
siguiente fotograma.

Seleccione un cuadro 
delimitador y, a 
continuación, elija 
este icono para 
predecir la ubicación 
de ese cuadro en el 
siguiente fotograma 
. Puede seleccion 
ar el icono varias 
veces seguidas para 
detectar automátic 
amente la ubicación 
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Herramienta Icono Acción Descripción

del cuadro en varios 
fotogramas. Por 
ejemplo, seleccione 
este icono 5 veces 
para predecir la 
ubicación de un 
cuadro delimitador 
en los 5 próximos 
fotogramas.

Punto clave Añada una anotación 
de punto clave.

Elija este icono para 
añadir un punto clave. 
Haga clic en un objeto 
de la imagen para 
colocar el punto clave 
en esa ubicación.

Cada punto clave que 
añada se asocia a la 
categoría que elija en 
el menú desplegab 
le Categoría de 
etiqueta. Seleccion 
e un punto clave o 
su etiqueta asociada 
para ajustarlo.
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Herramienta Icono Acción Descripción

Polilínea Añada una anotación 
de polilínea.

Seleccione este 
icono para añadir una 
polilínea. Para añadir 
una polilínea, haga 
clic continuamente 
alrededor del objeto 
de interés para añadir 
nuevos puntos. Para 
dejar de dibujar una 
polilínea, seleccion 
e el último punto que 
haya colocado por 
segunda vez (este 
punto aparecerá en 
verde) o pulse Entrar
en el teclado.

Cada punto añadido a 
la polilínea se conecta 
al punto anterior 
mediante una línea. 
La polilínea no tiene 
que estar cerrada (el 
punto inicial y el punto 
final no tienen por qué 
ser el mismo) y no 
hay restricciones en 
cuanto a los ángulos 
que se forman entre 
las líneas.

Cada polilínea que 
añada se asocia a la 
categoría que elija en 
el menú desplegab 
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Herramienta Icono Acción Descripción

le Categoría de 
etiqueta. Seleccion 
e la polilínea o su 
etiqueta asociada 
para ajustarla.
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Herramienta Icono Acción Descripción

Polígono Añada una anotación 
de polígono.

Seleccione este 
icono para añadir 
un polígono. Para 
añadir un polígono, 
haga clic continuam 
ente alrededor del 
objeto de interés 
para añadir nuevos 
puntos. Para dejar de 
dibujar el polígono, 
seleccione el punto de 
inicio (este punto será 
verde).

Un polígono es 
una forma cerrada 
definida por una serie 
de puntos que usted 
coloca. Cada punto 
agregado al polígono 
se conecta al punto 
anterior mediante una 
línea y no hay restricci 
ones en cuanto a 
los ángulos que se 
forman entre las 
líneas. El punto inicial 
y final deben ser el 
mismo.

Cada polígono que 
añada se asocia a la 
categoría que elija en 
el menú desplegab 
le Categoría de 
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Herramienta Icono Acción Descripción

etiqueta. Seleccion 
e la polilínea o su 
etiqueta asociada 
para ajustarla.

Copiar en siguiente Copia las anotacion 
es en el siguiente 
fotograma.

Si se seleccionan 
una o más anotacion 
es en el fotograma 
actual, esas anotacion 
es se copian en el 
fotograma siguiente 
. Si no se seleccion 
an anotaciones, todas 
las anotaciones del 
fotograma actual 
se copiarán en el 
fotograma siguiente.

Copiar en todos Copie las anotacion 
es en todos los 
fotogramas subsiguie 
ntes.

Si se seleccionan una 
o más anotaciones en 
el fotograma actual, 
esas anotaciones se 
copian en todos los 
fotogramas siguiente 
s. Si no se seleccion 
an anotaciones, todas 
las anotaciones del 
fotograma actual se 
copiarán en todos los 
fotogramas siguiente 
s.
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Guía de iconos

Utilice esta tabla para obtener información sobre los iconos que aparecen en la interfaz de usuario. 
Puede seleccionar automáticamente algunos de estos iconos mediante los atajos de teclado que se 
encuentran en el menú Atajos.

Icono Acción Descripción

brillo Seleccione este icono para ajustar el brillo de todos los 
fotogramas de vídeo.

contraste Seleccione este icono para ajustar el contraste de todos 
los fotogramas de vídeo.

ampliar Seleccione este icono para ampliar la vista de todos los 
fotogramas de vídeo.

reducir Seleccione este icono para reducir la vista de todos los 
fotogramas de vídeo.

mover pantalla Después de ampliar la vista de un fotograma de vídeo, 
elija este icono para desplazarse por él. Puede moverse 
por el fotograma del vídeo con el ratón haciendo clic y 
arrastrando el fotograma en la dirección en la que desee 
que se mueva. De este modo cambiará la vista en todos 
los fotogramas de visualización.

ajustar pantalla Restablezca todos los fotogramas de vídeo a su posición 
original.

deshacer Deshace una acción. Puede utilizar este icono para 
eliminar un cuadro delimitador que acaba de añadir o 
para deshacer un ajuste realizado en un cuadro delimitad 
or.
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Icono Acción Descripción

rehacer Rehaga una acción que se ha deshecho con el icono 
deshacer.

eliminar 
etiquetas

Elimina una etiqueta. Se eliminará el cuadro delimitador 
asociado a la etiqueta en un solo fotograma.

mostrar u ocultar 
etiqueta

Seleccione este icono para mostrar una etiqueta que 
ha estado oculta. Si este icono tiene una barra oblicua, 
selecciónela para ocultar la etiqueta.

editar etiqueta Seleccione este icono para abrir el menú Editar instancia
. Utilice este menú para editar una categoría de etiqueta, 
un identificador y para añadir o editar atributos de 
etiqueta.

Atajos

Los atajos de teclado que aparecen en el menú Atajos pueden ayudarle a seleccionar iconos 
rápidamente, deshacer y rehacer anotaciones y utilizar herramientas para añadir y editar 
anotaciones. Por ejemplo, cuando añada un cuadro delimitador puede utilizar P para predecir 
rápidamente la ubicación de ese cuadro en los fotogramas siguientes.

Antes de comenzar la tarea, le recomendamos que revise el menú Accesos directos y que se 
familiarice con estos comandos.

Liberar, Detener y reanudar y Rechazar tareas

Cuando abre la tarea de etiquetado, hay tres botones en la parte superior derecha que permiten 
rechazar la tarea (Rechazar tarea), liberarla (Liberar tarea) y detenerla y reanudarla posteriormente 
(Detener y reanudar más tarde). En la siguiente lista, se describe lo que ocurre al seleccionar una de 
estas opciones:

• Rechazar tarea: solo debe rechazar una tarea si hay algún problema con ella, por ejemplo, 
imágenes del fotograma de vídeo poco claras o un error en la interfaz de usuario. Si rechaza una 
tarea, no podrá volver a ella.
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• Liberar tarea: utilice esta opción para liberar una tarea y permitir que otros trabajen en ella. 
Cuando libera una tarea, pierde todo el trabajo realizado en ella y los demás miembros de su 
equipo pueden aceptarla. Si un número suficiente de trabajadores aceptan la tarea, es posible 
que no pueda volver a ella. Si selecciona este botón y, a continuación, selecciona Confirmar, 
volverá al portal de trabajadores. Si la tarea sigue disponible, su estado será Disponible. Si otros 
trabajadores la aceptan, desaparecerá de su portal.

• Detener y reanudar más tarde: puede utilizar el botón Detener y reanudar más tarde para dejar de 
trabajar y volver a la tarea más adelante. Debe utilizar el botón Guardar para guardar el trabajo 
antes de seleccionar Detener y reanudar más tarde. Si selecciona este botón y, a continuación, 
selecciona Confirmar, volverá al portal de trabajadores y el estado de la tarea será Detenida. 
Puede seleccionar la misma tarea para reanudar el trabajo en ella.

Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo 
en el que deben completarse todas las tareas. Si no vuelve a realizar esta tarea y no la completa 
dentro de ese límite de tiempo, caducará y su trabajo no se enviará. Póngase en contacto con el 
administrador para obtener más información.

Guardar el trabajo y enviar

Debe guardar periódicamente el trabajo realizado con el botón Guardar. Ground Truth guardará 
automáticamente su trabajo cada 15 minutos.

Cuando abre una tarea debe completar el trabajo antes de pulsar Enviar.

Trabajar en tareas de detección de objetos en fotogramas de vídeo

Las tareas de detección de objetos en fotogramas de vídeo requerían clasificar e identificar la 
ubicación de objetos en fotogramas de vídeo utilizando anotaciones. Un fotograma de vídeo es una 
imagen fija de una escena de vídeo.

Puede utilizar la interfaz de usuario del trabajador para navegar entre fotogramas de vídeo y crear 
anotaciones para identificar los objetos de interés. Utilice la secciones de esta página para aprender 
a navegar por la interfaz de usuario del trabajador, utilizar las herramientas suministradas y realizar 
la tarea.

Se recomienda realizar la tarea con un navegador web Google Chrome.
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Important

Si ve que ya se han agregado anotaciones a uno o más fotogramas de vídeo al abrir la tarea, 
ajústelas y añada las anotaciones adicionales que desee.

Temas

• Su tarea

• Navegar por la interfaz de usuario

• Editar atributos de etiqueta y de fotograma de forma masiva

• Guía de herramientas

• Guía de iconos de la interfaz de usuario

• Atajos

• Liberar, Detener y reanudar y Rechazar tareas

• Guardar el trabajo y enviar

Su tarea

Cuando trabaja en una tarea de detección de objetos en fotogramas de vídeo, debe seleccionar una 
categoría en el menú Categoría de etiquetas situado en el lado derecho del portal de trabajadores 
para comenzar a anotar. Cuando elija una categoría, dibuje anotaciones alrededor de los objetos a 
los que se aplica esta categoría. Para obtener más información sobre las herramientas que aparecen 
en la interfaz de usuario del trabajador, consulte Guía de herramientas.

Después de añadir una etiqueta, es posible que vea una flecha que apunta hacia abajo junto a la 
etiqueta en el menú Etiquetas. Seleccione esta flecha y, a continuación, seleccione una opción para 
cada atributo de etiqueta que vea para proporcionar más información sobre esa etiqueta.

Puede ver los atributos de fotograma en el menú Etiquetas. Estos atributos aparecerán en cada 
fotograma de la tarea. Utilice estas solicitudes de atributos para introducir información adicional sobre 
cada fotograma.
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Para editar una anotación, seleccione la etiqueta de la anotación que desea editar en el menú
Etiquetas o seleccione la anotación en el fotograma. Cuando edita o elimina una anotación, la acción 
solo modificará la anotación en un fotograma.

Si está trabajando en una tarea que incluye una herramienta de cuadro delimitador, utilice el icono 
de predecir siguiente para predecir la ubicación de todos los cuadros delimitadores que ha dibujado 
en el fotograma siguiente. Si selecciona un solo cuadro y, a continuación, selecciona el icono 
de predecir siguiente, solo se predecirá ese cuadro en el fotograma siguiente. Si no ha añadido 
ningún cuadro al fotograma actual, recibirá un mensaje de error. Debe añadir al menos un cuadro al 
fotograma antes de utilizar esta característica.

Note

La característica de predecir siguiente no sobrescribirá las anotaciones creadas 
manualmente. Solo añadirá anotaciones. Si utiliza predecir siguiente y, en consecuencia, 
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tiene más de un cuadro delimitador alrededor de un objeto, elimine todos los cuadros excepto 
uno. Cada objeto solo debe identificarse con un único cuadro.

Cuando utilice el icono de predecir siguiente, revise la ubicación de cada cuadro en el fotograma 
siguiente y realice los ajustes necesarios en la ubicación y el tamaño del cuadro.

Para todas las demás herramientas, puede utilizar las herramientas Copiar en siguiente y Copiar 
en todos para copiar las anotaciones en el siguiente fotograma o en todos los fotogramas, 
respectivamente.

Navegar por la interfaz de usuario

Puede navegar por los fotogramas de vídeo empleando la barra de navegación de la esquina inferior 
izquierda de la interfaz de usuario.

Utilice el botón de reproducción para reproducir automáticamente varios fotogramas.

Utilice los botones de fotograma siguiente y fotograma anterior para avanzar o retroceder fotograma 
a fotograma. También puede introducir un número de fotograma para navegar hasta él.

Puede ampliar y reducir la vista de todos los fotogramas de vídeo. Cuando amplía un fotograma 
de vídeo puede moverse por él utilizando el icono de movimiento. Al navegar a una nueva vista 
en un único fotograma de vídeo haciendo zoom y desplazándose dentro de ese fotograma, todos 
los fotogramas de vídeo se configuran en la misma vista. Puede restablecer todos los fotogramas 
de vídeo a la vista original mediante el icono de ajuste de pantalla. Para obtener más información, 
consulte Guía de iconos de la interfaz de usuario.

Cuando se encuentra en la interfaz de usuario del trabajador se muestran los siguientes menús:

• Instrucciones: consulte estas instrucciones antes de comenzar la tarea. Además, seleccione Más 
instrucciones y consulte estas instrucciones.

• Atajos: utilice este menú para ver los atajos de teclado que puede utilizar para navegar por los 
fotogramas de vídeo y utilizar las herramientas de anotación incluidas.

• Ayuda: utilice esta opción para consultar esta documentación.

En el caso de

Etiquetar vídeos y fotogramas de vídeo 1470



Amazon SageMaker Guía para desarrolladores

Editar atributos de etiqueta y de fotograma de forma masiva

Puede editar de forma masiva los atributos de etiqueta y los atributos de fotograma (atributos).

Cuando edita un atributo de forma masiva, se especifican uno o más intervalos de fotogramas a 
los que se desea aplicar la edición. El atributo que seleccione se edita en todos los fotogramas de 
ese intervalo, incluidos los fotogramas inicial y final que especifique. Al editar de forma masiva los 
atributos de etiqueta, el intervalo que especifique debe contener la etiqueta a la que está asociado el 
atributo de etiqueta. Si especifica fotogramas que no contienen esta etiqueta, se producirá un error.

Para editar un atributo de forma masiva, primero debe especificar el valor deseado para el atributo. 
Por ejemplo, si desea cambiar un atributo de Sí a No, debe seleccionar No y, a continuación, realizar 
la edición masiva.

También puede especificar un nuevo valor para un atributo que no se haya rellenado y, a 
continuación, utilizar la característica de edición masiva para rellenar ese valor en varios fotogramas. 
Para ello, seleccione el valor deseado para el atributo y complete el siguiente procedimiento.

Para editar de forma masiva una etiqueta o un atributo:

1. Utilice el ratón para hacer clic con el botón derecho del ratón en el atributo que desea editar de 
forma masiva.

2. Especifique el intervalo de fotogramas al que desea aplicar la edición masiva utilizando un guion 
(-) en el cuadro de texto. Por ejemplo, si desea aplicar la edición a los fotogramas del uno al 
diez, introduzca 1-10. Si desea aplicar la edición a los fotogramas del dos al cinco, del ocho al 
diez y veinte, introduzca 2-5,8-10,20.

3. Seleccione Confirmar.

Si recibe un mensaje de error, compruebe que ha introducido un intervalo válido y que la etiqueta 
asociada al atributo de etiqueta que está editando (si corresponde) existe en todos los fotogramas 
especificados.

Puede añadir rápidamente una etiqueta a todos los fotogramas anteriores o subsiguientes con las 
opciones Duplicar en los fotograma anteriores y Duplicar en los fotogramas siguientes del menú
Etiqueta, en la parte superior de la pantalla.

Guía de herramientas

La tarea incluirá una o más herramientas. La herramienta proporcionada dicta el tipo de anotaciones 
que creará para identificar y realizar un seguimiento de los objetos. Utilice la siguiente tabla para 
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obtener más información sobre la herramienta o las herramientas que puede ver en la interfaz de 
usuario del trabajador.

Herramienta Icono Acción Descripción

Cuadro delimitador Añada una anotación 
en un cuadro 
delimitador.

Seleccione este 
icono para añadir 
un cuadro delimitad 
or. Cada cuadro 
delimitador que 
añada se asocia a la 
categoría que elija en 
el menú desplegable 
Categoría de etiqueta. 
Seleccione el cuadro 
delimitador o su 
etiqueta asociada 
para ajustarlo.

Predecir siguiente Realice una predicció 
n de los cuadros 
delimitadores en el 
siguiente fotograma.

Seleccione un cuadro 
delimitador y, a 
continuación, elija 
este icono para 
predecir la ubicación 
de ese cuadro en el 
siguiente fotograma 
. Puede seleccion 
ar el icono varias 
veces seguidas para 
detectar automátic 
amente la ubicación 
del cuadro en varios 
fotogramas. Por 
ejemplo, seleccione 
este icono 5 veces 
para predecir la 
ubicación de un 
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Herramienta Icono Acción Descripción

cuadro delimitador 
en los 5 próximos 
fotogramas.

Punto clave Añada una anotación 
de punto clave.

Elija este icono para 
añadir un punto clave. 
Haga clic en un objeto 
de la imagen para 
colocar el punto clave 
en esa ubicación.

Cada punto clave que 
añada se asocia a la 
categoría que elija en 
el menú desplegab 
le Categoría de 
etiqueta. Seleccion 
e un punto clave o 
su etiqueta asociada 
para ajustarlo.
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Herramienta Icono Acción Descripción

Polilínea Añada una anotación 
de polilínea.

Seleccione este 
icono para añadir una 
polilínea. Para añadir 
una polilínea, haga 
clic continuamente 
alrededor del objeto 
de interés para añadir 
nuevos puntos. Para 
dejar de dibujar una 
polilínea, seleccion 
e el último punto que 
haya colocado por 
segunda vez (este 
punto aparecerá en 
verde) o pulse Entrar
en el teclado.

Cada punto añadido a 
la polilínea se conecta 
al punto anterior 
mediante una línea. 
La polilínea no tiene 
que estar cerrada (el 
punto inicial y el punto 
final no tienen por qué 
ser el mismo) y no 
hay restricciones en 
cuanto a los ángulos 
que se forman entre 
las líneas.

Cada polilínea que 
añada se asocia a la 
categoría que elija en 
el menú desplegab 
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Herramienta Icono Acción Descripción

le Categoría de 
etiqueta. Seleccion 
e la polilínea o su 
etiqueta asociada 
para ajustarla.
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Herramienta Icono Acción Descripción

Polígono Añada una anotación 
de polígono.

Seleccione este 
icono para añadir 
un polígono. Para 
añadir un polígono, 
haga clic continuam 
ente alrededor del 
objeto de interés 
para añadir nuevos 
puntos. Para dejar de 
dibujar el polígono, 
seleccione el punto de 
inicio (este punto será 
verde).

Un polígono es 
una forma cerrada 
definida por una serie 
de puntos que usted 
coloca. Cada punto 
agregado al polígono 
se conecta al punto 
anterior mediante 
una línea y no hay 
restricciones en 
cuanto a los ángulos 
que se forman entre 
las líneas. No se 
pueden cruzar dos 
líneas (lados) de un 
polígono. Si incumple 
esta condición una 
línea adoptará el color 
rojo. El punto inicial 
y final deben ser el 
mismo.
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Herramienta Icono Acción Descripción

Cada polígono que 
añada se asocia a la 
categoría que elija en 
el menú desplegab 
le Categoría de 
etiqueta. Seleccion 
e la polilínea o su 
etiqueta asociada 
para ajustarla.

Copiar en siguiente Copia las anotacion 
es en el siguiente 
fotograma.

Si se seleccionan 
una o más anotacion 
es en el fotograma 
actual, esas anotacion 
es se copian en el 
fotograma siguiente 
. Si no se seleccion 
an anotaciones, todas 
las anotaciones del 
fotograma actual 
se copiarán en el 
fotograma siguiente.
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Herramienta Icono Acción Descripción

Copiar en todos Copie las anotacion 
es en todos los 
fotogramas subsiguie 
ntes.

Si se seleccionan una 
o más anotaciones en 
el fotograma actual, 
esas anotaciones se 
copian en todos los 
fotogramas siguiente 
s. Si no se seleccion 
an anotaciones, todas 
las anotaciones del 
fotograma actual se 
copiarán en todos los 
fotogramas siguiente 
s.

Guía de iconos de la interfaz de usuario

Utilice esta tabla para obtener información sobre los iconos que aparecen en el portal de tareas de 
trabajadores. Puede seleccionar estos iconos automáticamente mediante los atajos de teclado que 
se encuentran en el menú Atajos.

Icono   Descripción

brillo Seleccione este icono para ajustar el brillo de todos los 
fotogramas de vídeo.

contraste Seleccione este icono para ajustar el contraste de todos 
los fotogramas de vídeo.

ampliar Seleccione este icono para ampliar la vista de todos los 
fotogramas de vídeo.

reducir Seleccione este icono para reducir la vista de todos los 
fotogramas de vídeo.
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Icono   Descripción

mover pantalla Después de ampliar la vista de un fotograma de vídeo, 
elija este icono para desplazarse por él. Puede desplazar 
se por el fotograma de vídeo con el ratón haciendo clic y 
arrastrando el fotograma en la dirección en la que desee 
que se mueva. De este modo cambiará la vista en todos 
los fotogramas de visualización.

ajustar pantalla Restablezca todos los fotogramas de vídeo a su posición 
original.

deshacer Deshace una acción. Puede utilizar este icono para 
eliminar un cuadro delimitador que acaba de añadir o 
para deshacer un ajuste realizado en un cuadro delimitad 
or.

rehacer Rehaga una acción que se ha deshecho con el icono 
deshacer.

eliminar 
etiquetas

Elimina una etiqueta. Se eliminará el cuadro delimitador 
asociado a la etiqueta en un solo fotograma.

mostrar u ocultar 
etiqueta

Seleccione este icono para mostrar una etiqueta que 
ha estado oculta. Si este icono tiene una barra oblicua, 
selecciónela para ocultar la etiqueta.

Atajos

Los atajos de teclado que aparecen en el menú Atajos pueden ayudarle a seleccionar iconos 
rápidamente, deshacer y rehacer anotaciones y utilizar herramientas para añadir y editar 
anotaciones. Por ejemplo, cuando añada un cuadro delimitador puede utilizar P para predecir 
rápidamente la ubicación de ese cuadro en los fotogramas siguientes.

Antes de comenzar la tarea, le recomendamos que revise el menú Accesos directos y que se 
familiarice con estos comandos.
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Liberar, Detener y reanudar y Rechazar tareas

Cuando abre la tarea de etiquetado, hay tres botones en la parte superior derecha que permiten 
rechazar la tarea (Rechazar tarea), liberarla (Liberar tarea) y detenerla y reanudarla posteriormente 
(Detener y reanudar más tarde). En la siguiente lista, se describe lo que ocurre al seleccionar una de 
estas opciones:

• Rechazar tarea: solo debe rechazar una tarea si hay algún problema con ella, por ejemplo, 
imágenes del fotograma de vídeo poco claras o un error en la interfaz de usuario. Si rechaza una 
tarea, no podrá volver a ella.

• Liberar tarea: utilice esta opción para liberar una tarea y permitir que otros trabajen en ella. 
Cuando libera una tarea, pierde todo el trabajo realizado en ella y los demás miembros de su 
equipo pueden aceptarla. Si un número suficiente de trabajadores aceptan la tarea, es posible 
que no pueda volver a ella. Si selecciona este botón y, a continuación, selecciona Confirmar, 
volverá al portal de trabajadores. Si la tarea sigue disponible, su estado será Disponible. Si otros 
trabajadores la aceptan, desaparecerá de su portal.

• Detener y reanudar más tarde: puede utilizar el botón Detener y reanudar más tarde para dejar de 
trabajar y volver a la tarea más adelante. Debe utilizar el botón Guardar para guardar el trabajo 
antes de seleccionar Detener y reanudar más tarde. Si selecciona este botón y, a continuación, 
selecciona Confirmar, volverá al portal de trabajadores y el estado de la tarea será Detenida. 
Puede seleccionar la misma tarea para reanudar el trabajo en ella.

Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo 
en el que deben completarse todas las tareas. Si no vuelve a realizar esta tarea y no la completa 
dentro de ese límite de tiempo, caducará y su trabajo no se enviará. Póngase en contacto con el 
administrador para obtener más información.

Guardar el trabajo y enviar

Debe guardar el trabajo realizado periódicamente. Ground Truth guardará automáticamente el 
trabajo cada 15 minutos.

Cuando abre una tarea debe completar el trabajo antes de pulsar Enviar.

Uso de Ground Truth para etiquetar nubes de puntos 3D

Cree un trabajo de etiquetado de nube de puntos 3D para que los trabajadores etiqueten objetos 
en nubes de puntos 3D generadas a partir de sensores 3D como sensores de detección y alcance 
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de luz (LiDAR) y cámaras de profundidad o generadas a partir de una reconstrucción 3D uniendo 
imágenes capturadas por un agente como un dron.

Nubes de puntos 3D

Las nubes de puntos se componen de datos visuales tridimensionales (3D) que consisten en puntos. 
Cada punto se describe utilizando tres coordenadas, normalmente x, y, y z. Para agregar color o 
variaciones en la intensidad de los puntos en la nube de puntos, los puntos se pueden describir con 
atributos adicionales, como i para la intensidad o valores de canales de 8 bits para el color rojo (r), 
verde (g) y azul (b). Al crear un trabajo de etiquetado de nube de puntos 3D de Ground Truth, puede 
proporcionar datos de nube de puntos y, opcionalmente, datos de fusión de sensores.

La siguiente imagen muestra una única escena de nube de puntos 3D representada por Ground 
Truth y mostrada en la interfaz de usuario del trabajador de segmentación semántica.

LiDAR

Un sensor de detección y alcance de luz (LiDAR) es un tipo común de sensor que se emplea para 
recopilar mediciones que se utilizan para generar datos de nube de puntos. LiDAR es un método de 
detección remota que utiliza luz en forma de láser pulsado para medir las distancias de los objetos 
desde el sensor. Puede proporcionar datos de nube de puntos 3D generados a partir de un sensor 
LiDAR para un trabajo de etiquetado de nube de puntos 3D de Ground Truth utilizando los formatos 
de datos sin procesar que se describen en Formatos de datos 3D sin procesar aceptados.
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Fusión de sensores

Los trabajos de etiquetado de nube de puntos 3D de Ground Truth incluyen una característica 
de fusión de sensores que admite la fusión de sensores de cámaras de vídeo para todos los 
tipos de tareas. Algunos sensores vienen con varios dispositivos LiDAR y cámaras de vídeo que 
capturan imágenes y las asocian con un fotograma LiDAR. Para ayudar a los anotadores a completar 
visualmente sus tareas con un alto grado de confianza, puede utilizar la característica de fusión 
de sensores de Ground Truth para proyectar anotaciones (etiquetas) de una nube de puntos 3D a 
imágenes de cámara 2D y viceversa por medio de una matriz extrínseca (como LiDAR) de escáner 
3D y matrices extrínsecas e intrínsecas de cámara. Para obtener más información, consulte Fusión 
de sensores.

Etiquetado de nubes de puntos 3D

Ground Truth proporciona una interfaz de usuario (IU) y herramientas que los trabajadores utilizan 
para etiquetar o anotar nubes de puntos 3D. Cuando se utilizan los tipos de tareas de detección 
de objetos o segmentación semántica, los trabajadores pueden anotar un solo fotograma de nube 
de puntos. Cuando se utiliza el seguimiento de objetos, los trabajadores anotan una secuencia de 
fotogramas. Puede utilizar el seguimiento de objetos para realizar un seguimiento del movimiento de 
objetos en todos los fotogramas de una secuencia.

A continuación, se muestra cómo un trabajador utilizaría las herramientas y el portal de trabajadores 
de Ground Truth para anotar una nube de puntos 3D para una tarea de detección de objetos. Para 
ver ejemplos visuales similares de otros tipos de tareas, consulte Tipos de tareas de nube de puntos 
3D.
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Herramientas de etiquetado de apoyo para anotación de nube de puntos

Ground Truth ofrece herramientas de etiquetado de apoyo para ayudar a los trabajadores a 
completar las tareas de anotación de nube de puntos con mayor rapidez y precisión. Para obtener 
información detallada sobre las herramientas de etiquetado de apoyo que se incluyen en la interfaz 
de usuario del trabajador para cada tipo de tarea, seleccione un tipo de tarea y consulte la sección
Ver la interfaz de tareas del trabajador de esa página.

Pasos siguientes

Puede crear seis tipos de tareas al utilizar trabajos de etiquetado de nube de puntos 3D de Ground 
Truth. Utilice los temas de Tipos de tareas de nube de puntos 3D para obtener más información 
sobre estos tipos de tareas y sobre cómo crear un trabajo de etiquetado utilizando el tipo de tarea 
que elija.

El trabajo de etiquetado de nube de puntos 3D es diferente de otras modalidades de etiquetado de 
Ground Truth. Antes de crear un trabajo de etiquetado, le recomendamos que lea Introducción a los 
trabajos de etiquetado en nubes de puntos 3D. Además, revise las cuotas de datos de entrada en
Cuotas de trabajo de etiquetado de fotogramas de vídeo y nubes de puntos 3D.

Para ver una demostración completa con la API de SageMaker y el SDK de Python de AWS (boto 3) 
para crear un trabajo de etiquetado de nube de puntos 3D, consulte create-3D-pointcloud-labeling-
job.ipynb en la pestaña del bloc de notas de ejemplos de SageMaker.
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Important

Si utiliza una instancia de bloc de notas creada antes del 5 de junio de 2020 para ejecutar 
este bloc de notas, deberá detener y reiniciar la instancia para que el bloc de notas funcione.

Temas

• Tipos de tareas de nube de puntos 3D

• Introducción a los trabajos de etiquetado en nubes de puntos 3D

• Instrucciones para el trabajador

Tipos de tareas de nube de puntos 3D

Puede utilizar la modalidad de etiquetado de nube de puntos 3D de Ground Truth para gran una 
variedad de casos de uso. La lista siguiente describe brevemente cada tipo de tarea de nube de 
puntos 3D. Para obtener más detalles e instrucciones sobre cómo crear un trabajo de etiquetado 
con un tipo de tarea específico, seleccione el nombre del tipo de tarea para ver su página de tipo de 
tarea.

• Detección de objetos de nubes de puntos 3D: utilice este tipo de tarea cuando desee que los 
trabajadores localicen y clasifiquen objetos en una nube de puntos 3D añadiendo y ajustando 
cuboides 3D alrededor de los objetos.

• Seguimiento de objetos de nubes de puntos 3D: utilice este tipo de tarea cuando desee que los 
trabajadores añadan y ajusten cuboides 3D alrededor de los objetos para seguir su movimiento 
a través de una secuencia de fotogramas de nubes de puntos 3D. Por ejemplo, puede utilizar 
este tipo de tarea para pedir a los trabajadores que hagan un seguimiento del movimiento de los 
vehículos a través de varios fotogramas de nube de puntos.

• Segmentación semántica de nubes de puntos 3D: utilice este tipo de tarea cuando desee que los 
trabajadores creen una máscara de segmentación semántica a nivel de puntos pintando objetos 
en una nube de puntos 3D con diferentes colores, donde cada color se asigne a una de las clases 
que especifique.

• Tipos de tareas de ajuste de nubes de puntos 3D: cada uno de los tipos de tareas anteriores 
tiene un tipo de tarea de ajuste asociado que puede utilizar para auditar y ajustar las anotaciones 
generadas a partir de un trabajo de etiquetado de nubes de puntos 3D. Consulte la página de tipo 
de tarea del tipo asociado para obtener información sobre cómo crear un trabajo de etiquetado de 
ajuste para esa tarea.
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Detección de objetos en nubes de puntos 3D

Utilice este tipo de tarea cuando desee que los trabajadores clasifiquen objetos en una nube de 
puntos 3D mediante el dibujo de cuboides 3D alrededor de los objetos. Por ejemplo, puede utilizar 
este tipo de tarea para pedir a los trabajadores que identifiquen diferentes tipos de objetos en una 
nube de puntos, como automóviles, bicicletas y peatones.

Para este tipo de tarea, el objeto de datos que los trabajadores etiquetan es un solo fotograma 
de nube de puntos. Ground Truth representa una nube de puntos 3D con los datos de nubes de 
puntos que usted proporciona. También puede proporcionar datos de la cámara para ofrecer a los 
trabajadores más información visual sobre las escenas del fotograma y ayudarles a dibujar cuboides 
3D alrededor de los objetos.

Ground Truth ofrece a los trabajadores herramientas para anotar objetos con 9 grados de libertad (x, 
y, z, rx, ry, rz, l, w, h) en tres dimensiones tanto en escenas 3D como en vistas laterales proyectadas 
(superior, lateral y posterior). Si proporciona información de fusión de sensores (como datos de la 
cámara), cuando un trabajador agrega un cuboide para identificar un objeto en la nube de puntos 3D, 
el cuboide aparece y se puede modificar en las imágenes 2D. Después de agregar un cuboide, todas 
las ediciones realizadas en ese cuboide en la escena 2D o 3D se proyectan en la otra vista.

Puede crear un trabajo para ajustar las anotaciones creadas en un trabajo de etiquetado de 
detección de objetos en nubes de puntos 3D mediante el tipo de tarea de ajuste de detección de 
objetos en nubes de puntos 3D.

Si no tiene experiencia con la modalidad de etiquetado en nubes de puntos 3D de Ground Truth, 
le recomendamos que consulte Introducción a los trabajos de etiquetado en nubes de puntos 3D. 
Esta modalidad de etiquetado es diferente de otros tipos de tareas de Ground Truth. Esta página 
proporciona una visión general de los detalles importantes que debe tener en cuenta al crear un 
trabajo de etiquetado en nubes de puntos 3D.

Temas

• Vista de la interfaz de tareas del trabajador

• Crear un trabajo de etiquetado de detección de objetos en nubes de puntos 3D

• Crear un trabajo de etiquetado de ajuste o verificación de detección de objetos en nubes de puntos 
3D

• Formato de los datos de salida
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Vista de la interfaz de tareas del trabajador

Ground Truth ofrece a los trabajadores un portal web y herramientas para completar las tareas de 
anotación de detección de objetos en nubes de puntos 3D. Al crear el trabajo de etiquetado, debe 
proporcionar el nombre de recurso de Amazon (ARN) para una interfaz de usuario del trabajador de 
Ground Truth prediseñada en el parámetro HumanTaskUiArn. Al crear un trabajo de etiquetado con 
este tipo de tarea en la consola, se utiliza automáticamente esta interfaz de usuario del trabajador. 
Es posible obtener una vista previa e interactuar con la interfaz de usuario del trabajador al crear un 
trabajo de etiquetado en la consola. Si no tiene experiencia, es recomendable crear un trabajo de 
etiquetado con la consola para garantizar que los atributos de etiqueta, los fotogramas de nube de 
puntos y, en su caso, las imágenes, aparezcan como es debido.

A continuación se muestra un GIF de la interfaz de tareas del trabajador de detección de objetos en 
nubes de puntos 3D. Si proporciona datos de la cámara para la fusión de sensores en el sistema de 
coordenadas mundiales, las imágenes se asocian a escenas en el fotograma de nube de puntos. 
Estas imágenes aparecen en el portal del trabajador como se muestra en el siguiente GIF.

El trabajador puede recorrer la escena 3D con el teclado y el ratón. Puede realizar lo siguiente:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.

• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.

• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo, 
izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.
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Una vez que un trabajador coloca un cuboide en la escena 3D, aparecerá una vista lateral con las 
tres vistas laterales proyectadas: superior, lateral y posterior. Estas vistas laterales muestran puntos 
dentro y alrededor del cuboide colocado y ayudan a los trabajadores a ajustar con precisión los 
límites del cuboide en esa área. Los trabajadores pueden acercar y alejar cada una de esas vistas 
laterales con el ratón.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral.

Hay características y opciones de visualización adicionales en el menú Ver de la interfaz de usuario 
del trabajador. Consulte la página de instrucciones de trabajo para obtener una amplia descripción 
general de la interfaz de usuario del trabajador.

Herramientas de etiquetado de apoyo

Ground Truth ayuda a los trabajadores a anotar nubes de puntos 3D de forma más rápida y precisa 
mediante herramientas de etiquetado de ayuda de machine learning y visión por ordenador para 
tareas de seguimiento de objetos en nubes de puntos 3D. Estas son las herramientas de etiquetado 
de apoyo disponibles para este tipo de tareas:

• Ajuste: los trabajadores pueden añadir un cuboide alrededor de un objeto y utilizar un atajo de 
teclado o una opción del menú para que la herramienta de ajuste automático de Ground Truth 
ajuste el cuboide con precisión alrededor del objeto.
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• Apto para suelo: cuando un trabajador añade un cuboide a la escena 3D, puede ajustarlo 
automáticamente al suelo. Por ejemplo, el trabajador puede utilizar esta característica para ajustar 
un cuboide a la carretera o a la acera de la escena.

• Etiquetado multivista: cuando un trabajador añade un cuboide 3D a la escena 3D, un panel lateral 
muestra las perspectivas frontal, lateral y superior para ayudar a ajustar el cuboide de forma 
precisa alrededor del objeto. En todas estas vistas, el cuboide incluye una flecha que indica la 
orientación o la dirección del objeto. Cuando el trabajador ajusta el cuboide, el ajuste aparecerá en 
tiempo real en todas las vistas (es decir, 3D, superior, lateral y frontal).

• Fusión de sensores: si proporciona datos para la fusión de sensores, los trabajadores pueden 
ajustar las anotaciones en las escenas 3D y en las imágenes en 2D, y las anotaciones se 
proyectarán en la otra vista en tiempo real. Además, los trabajadores tendrán la opción de ver la 
dirección en la que está orientada la cámara y el tronco de la cámara.

• Opciones de visualización: permiten a los trabajadores ocultar o ver fácilmente cuboides, texto de 
etiqueta, una malla de suelo y atributos de punto adicionales, como el color o la intensidad. Los 
trabajadores también pueden elegir entre proyecciones de perspectiva y ortogonales.

Crear un trabajo de etiquetado de detección de objetos en nubes de puntos 3D

Puede crear un trabajo de etiquetado en nubes de puntos 3D mediante la consola de SageMaker o 
la operación de la API CreateLabelingJob. Para crear un trabajo de etiquetado para este tipo de 
tarea, necesita lo siguiente:

• Un archivo de manifiesto de entrada de un solo fotograma. Para obtener información sobre cómo 
crear este tipo de archivo de manifiesto, consulte Crear un archivo de manifiesto de entrada de 
fotograma de nube de puntos. Si no tiene experiencia con las modalidades de etiquetado en 
nubes de puntos 3D de Ground Truth, conviene que consulte Formatos de datos 3D sin procesar 
aceptados.

• Un equipo de trabajo formado por personal privado o de un proveedor. No puede utilizar Amazon 
Mechanical Turk para tareas de etiquetado de fotogramas de vídeo. Para obtener información 
sobre cómo crear personal y equipos de trabajo, consulte Creación y gestión de personal.

Además, asegúrese de consultar y cumplir Asigne permisos de IAM para usar Ground Truth.

Utilice una de las siguientes secciones para aprender a crear un trabajo de etiquetado mediante la 
consola o una API.
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Crear un trabajo de etiquetado (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear un 
trabajo de etiquetado de detección de objetos en nubes de puntos 3D en la consola de SageMaker. 
Al crear el trabajo de etiquetado, tenga en cuenta lo siguiente:

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de un solo fotograma. Para 
obtener más información, consulte Crear un archivo de manifiesto de entrada de fotograma de 
nube de puntos.

• Opcionalmente, puede proporcionar atributos de categorías de etiquetas y de fotogramas. Los 
trabajadores pueden asignar uno o más de estos atributos a las anotaciones para proporcionar 
más información sobre ese objeto. Por ejemplo, quizá convenga utilizar el atributo ocluido para que 
los trabajadores identifiquen cuando un objeto está parcialmente obstruido.

• La consolidación de anotaciones y el etiquetado de datos automatizado no son compatibles con 
las tareas de etiquetado en nubes de puntos 3D.

• Los trabajos de etiquetado de detección de objetos en nubes de puntos 3D pueden tardar varias 
horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de 
etiquetado al seleccionar el equipo de trabajo (hasta 7 días o 604 800 segundos).

Crear un trabajo de etiquetado (API)

En esta sección, se explican los detalles que necesita saber cuando crea un trabajo de etiquetado 
mediante la operación CreateLabelingJob de la API de SageMaker. Esta API define esta 
operación para todos los SDK de AWS. Para ver una lista de SDK específicos de lenguajes 
admitidos para esta operación, consulte la sección Ver también de CreateLabelingJob.

Crear un trabajo de etiquetado (API) proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Utilice
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudObjectDetection. Sustituya <region> por la región de AWS en la que va a 
crear el trabajo de etiquetado.

No debe haber una entrada para el parámetro UiTemplateS3Uri.

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de un solo fotograma. Para 
obtener más información, consulte Crear un archivo de manifiesto de entrada de fotograma de 
nube de puntos.
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• Especifique las etiquetas, los atributos de fotograma y de categoría de etiqueta y las instrucciones 
de trabajo en un archivo de configuración de categorías de etiquetas. Para obtener información 
sobre cómo crear este archivo, consulte Crear un archivo de configuración de categorías de 
etiquetado con atributos de categorías de etiquetas y fotogramas.

• Debe proporcionar ARN predefinidos para las funciones de Lambda de preanotación y 
postanotación (ACS). Estos ARN son específicos de la región de AWS y se utilizan para crear el 
trabajo de etiquetado.

• Para buscar el ARN de Lambda de preanotación, consulte PreHumanTaskLambdaArn. Utilice 
la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto. Por ejemplo, 
si va a crear el trabajo de etiquetado en us-east-1, el ARN será arn:aws:lambda:us-
east-1:432418664414:function:PRE-3DPointCloudObjectDetection.

• Para buscar el ARN de Lambda de postanotación, consulte
AnnotationConsolidationLambdaArn. Utilice la región en la que va a crear 
el trabajo de etiquetado para buscar el ARN correcto. Por ejemplo, si va a crear 
el trabajo de etiquetado en us-east-1, el ARN será arn:aws:lambda:us-
east-1:432418664414:function:ACS-3DPointCloudObjectDetection.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser
1.

• El etiquetado de datos automatizado no es compatible con los trabajos de etiquetado 
en nubes de puntos 3D. No debe especificar valores para los parámetros en
LabelingJobAlgorithmsConfig.

• Los trabajos de etiquetado de detección de objetos en nubes de puntos 3D pueden tardar varias 
horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de 
etiquetado en TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

Crear un trabajo de etiquetado de ajuste o verificación de detección de objetos en nubes de puntos 
3D

Puede crear un trabajo de etiquetado de ajuste o verificación utilizando la consola de Ground Truth o 
la API de CreateLabelingJob. Para obtener más información sobre los trabajos de etiquetado de 
ajuste y verificación y cómo crear uno, consulte Verificar y ajustar etiquetas.

Al crear un trabajo de etiquetado de ajuste, los datos de entrada para el trabajo de etiquetado 
pueden incluir etiquetas y medidas de guiñada, inclinación y balanceo de un trabajo de etiquetado 
anterior o de un origen externo. En el trabajo de ajuste, la inclinación y el balanceo se visualizarán en 
la interfaz de usuario del trabajador, pero no se pueden modificar. La guiñada es ajustable.
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Ground Truth utiliza los ángulos de Tait-Bryan con las siguientes rotaciones intrínsecas para 
visualizar la guiñada, la inclinación y el balanceo en la interfaz de usuario del trabajador. En primer 
lugar se aplica la rotación al vehículo de acuerdo con el eje z (guiñada). A continuación, el vehículo 
girado gira de acuerdo con el eje y intrínseco (inclinación). A continuación, el vehículo gira de 
acuerdo con el eje x intrínseco (balanceo).

Formato de los datos de salida

Cuando crea un trabajo de etiquetado de detección de objetos en nubes de puntos 3D, las tareas se 
envían a los trabajadores. Cuando los trabajadores completan las tareas, las etiquetas se escriben 
en el bucket de Amazon S3 especificado al crear el trabajo de etiquetado. El formato de los datos de 
salida determina lo que se ve en el bucket de Amazon S3 cuando el estado del trabajo de etiquetado 
(LabelingJobStatus) es Completed.

Si no tiene experiencia con Ground Truth, consulte Datos de salida para obtener más información 
sobre el formato de datos de salida de Ground Truth. Para obtener información sobre el formato de 
datos de salida de detección de objetos en nubes de puntos 3D, consulte Salida de detección de 
objetos en nubes de puntos 3D.

Seguimiento de objetos en nubes de puntos 3D

Utilice este tipo de tareas cuando quiera que sus trabajadores agreguen cuboides 3D alrededor de 
objetos para seguir sus movimientos a través de fotogramas de nube de puntos 3D. Por ejemplo, 
puede utilizar este tipo de tareas para pedir a los trabajadores que hagan un seguimiento del 
movimiento de los vehículos a través de varios fotogramas de nube de puntos.

Para este tipo de tareas, el objeto de datos que los trabajadores etiquetan es una secuencia de 
fotogramas de nube de puntos. Una secuencia se define como una serie temporal de fotogramas 
de nube de puntos. Ground Truth representa una serie de visualizaciones de nube de puntos 3D 
utilizando una secuencia que usted proporciona y los trabajadores pueden cambiar entre estos 
fotogramas de nube de puntos 3D en la interfaz de tareas del trabajador.

Ground Truth ofrece a los trabajadores herramientas para anotar objetos con 9 grados de libertad (x, 
y, z, rx, ry, rz, l, w, h) en tres dimensiones tanto en escenas 3D como en vistas laterales proyectadas 
(superior, lateral y posterior). Cuando un trabajador dibuja un cuboide alrededor de un objeto, ese 
cuboide recibe un identificador único, por ejemplo Car:1 para un automóvil en la secuencia y
Car:2 para otro. Los trabajadores utilizan ese identificador para etiquetar el mismo objeto en varios 
fotogramas.
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También puede proporcionar datos de la cámara para ofrecer a los trabajadores más información 
visual sobre las escenas del fotograma y ayudarles a dibujar cuboides 3D alrededor de los objetos. 
Cuando un trabajador agrega un cuboide 3D para identificar un objeto en la imagen 2D o en la nube 
de puntos 3D, el cuboide aparece en la otra vista.

Puede ajustar las anotaciones creadas en un trabajo de etiquetado de detección de objetos en nubes 
de puntos 3D mediante el tipo de tareas de ajuste de seguimiento de objetos en nubes de puntos 3D.

Si no tiene experiencia con la modalidad de etiquetado en nubes de puntos 3D de Ground Truth, 
le recomendamos que consulte Introducción a los trabajos de etiquetado en nubes de puntos 3D. 
Esta modalidad de etiquetado es diferente de otros tipos de tareas de Ground Truth. Esta página 
proporciona una visión general de los detalles importantes que debe tener en cuenta al crear un 
trabajo de etiquetado en nubes de puntos 3D.

Temas

• Vista de la interfaz de tareas del trabajador

• Crear un trabajo de etiquetado de seguimiento de objetos en nubes de puntos 3D

• Crear un trabajo de etiquetado de ajuste o verificación de seguimiento de objetos en nubes de 
puntos 3D

• Formato de los datos de salida

Vista de la interfaz de tareas del trabajador

Ground Truth ofrece a los trabajadores un portal web y herramientas para completar las tareas de 
anotación de seguimiento de objetos en nubes de puntos 3D. Al crear el trabajo de etiquetado, debe 
proporcionar el nombre de recurso de Amazon (ARN) para una interfaz de usuario de Ground Truth 
prediseñada en el parámetro HumanTaskUiArn. Al crear un trabajo de etiquetado con este tipo de 
tareas en la consola, se utiliza automáticamente esta interfaz de usuario. Es posible obtener una 
vista previa e interactuar con la interfaz de usuario del trabajador al crear un trabajo de etiquetado en 
la consola. Si no tiene experiencia, es recomendable crear un trabajo de etiquetado con la consola 
para garantizar que los atributos de etiqueta, los fotogramas de nube de puntos y, en su caso, las 
imágenes, aparezcan como es debido.

A continuación se muestra un GIF de la interfaz de tareas del trabajador de seguimiento de objetos 
en nubes de puntos 3D y se indica al trabajador cómo navegar por los fotogramas de nube de puntos 
en la secuencia. Las herramientas de anotación forman parte de la interfaz de tareas del trabajador. 
No están disponibles para la interfaz de vista previa.
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Una vez que los trabajadores agregan un cuboide, este se replica en todos los fotogramas de la 
secuencia con el mismo ID. Cuando los trabajadores ajusten el cuboide en otro fotograma, Ground 
Truth interpolará el movimiento de ese objeto y ajustará todos los cuboides entre los fotogramas 
ajustados manualmente. El siguiente GIF muestra esta característica de interpolación. En la barra de 
navegación de la parte inferior izquierda, las áreas rojas indican fotogramas ajustados manualmente.
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Si proporciona datos de la cámara para la fusión de sensores, las imágenes se asocian a escenas 
en los fotogramas de nube de puntos. Estas imágenes aparecen en el portal del trabajador como se 
muestra en el siguiente GIF.

El trabajador puede recorrer la escena 3D con el teclado y el ratón. Puede realizar lo siguiente:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.

• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.

• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo, 
izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

Una vez que un trabajador coloca cuboides en la escena 3D, aparecerá una vista lateral con las 
tres vistas laterales proyectadas: superior, lateral y posterior. Estas vistas laterales muestran puntos 
dentro y alrededor del cuboide colocado y ayudan a los trabajadores a ajustar con precisión los 
límites del cuboide en esa área. Los trabajadores pueden acercar y alejar cada una de esas vistas 
laterales con el ratón.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral.

Hay opciones de visualización y características adicionales. Consulte la página de instrucciones de 
trabajo para obtener una amplia descripción general de la interfaz de usuario del trabajador.
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Herramientas de trabajo

Los trabajadores pueden navegar a través de la nube de puntos 3D acercando y alejando, y 
moviéndose en todas las direcciones alrededor de la nube utilizando el ratón y los atajos de teclado. 
Si los trabajadores hacen clic en un punto de la nube de puntos, la interfaz de usuario se acercará 
automáticamente a esa área. Los trabajadores pueden utilizar varias herramientas para dibujar 
un cuboide 3D alrededor de los objetos. Para obtener más información, consulte Herramientas de 
etiquetado de apoyo.

Después de que los trabajadores hayan colocado un cuboide 3D en la nube de puntos, pueden 
ajustarlo para que encaje firmemente alrededor de los automóviles mediante una variedad de vistas: 
directamente en el cuboide 3D, en una vista lateral con tres perspectivas ampliadas de la nube de 
puntos alrededor del cuadro y, si incluye imágenes para la fusión de sensores, directamente en la 
imagen 2D.

Opciones de visualización que permiten a los trabajadores ocultar o ver fácilmente texto de etiqueta, 
una malla de suelo y atributos de punto adicionales. Los trabajadores también pueden elegir entre 
proyecciones de perspectiva y ortogonales.

Herramientas de etiquetado de apoyo

Ground Truth ayuda a los trabajadores a anotar nubes de puntos 3D de forma más rápida y precisa 
mediante UX, herramientas de etiquetado de ayuda de machine learning y visión por ordenador para 
tareas de seguimiento de objetos en nubes de puntos 3D. Estas son las herramientas de etiquetado 
de apoyo disponibles para este tipo de tareas:

• Relleno automático de etiquetas: cuando un trabajador añade un cuboide a un fotograma, se 
añade automáticamente un cuboide con las mismas dimensiones y orientación a todos los 
fotogramas de la secuencia.

• Interpolación de etiquetas: cuando un trabajador etiqueta un objeto en dos fotogramas, Ground 
Truth utiliza esas anotaciones para interpolar el movimiento de ese objeto entre esos dos 
fotogramas. La interpolación de etiquetas se puede activar y desactivar.

• Gestión masiva de etiquetas y atributos: los trabajadores pueden añadir, eliminar y cambiar el 
nombre de anotaciones, etiquetar atributos de categorías y atributos de fotogramas de forma 
masiva.

• Los trabajadores pueden eliminar manualmente las anotaciones de un objeto determinado antes 
o después de un fotograma. Por ejemplo, un trabajador puede eliminar todas las etiquetas de un 
objeto después del fotograma 10 si ese objeto ya no se encuentra en la escena después de ese 
fotograma.
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• Si un trabajador elimina accidentalmente todas las anotaciones de un objeto, puede agregarlas 
de nuevo. Por ejemplo, si un trabajador elimina todas las anotaciones de un objeto antes del 
fotograma 100, puede agregarlas de forma masiva a esos fotogramas.

• Los trabajadores pueden cambiar el nombre de la etiqueta de un fotograma y todos los cuboides 
3D asignados a esa etiqueta se actualizan con el nuevo nombre en todos los fotogramas.

• Los trabajadores pueden utilizar la edición masiva para añadir o editar los atributos de 
categorías de etiquetas y los atributos de fotogramas en varios fotogramas.

• Ajuste: los trabajadores pueden añadir un cuboide alrededor de un objeto y utilizar un atajo de 
teclado o una opción del menú para que la herramienta de ajuste automático de Ground Truth 
ajuste el cuboide con precisión alrededor de los límites del objeto.

• Apto para suelo: cuando un trabajador añade un cuboide a la escena 3D, puede ajustarlo 
automáticamente al suelo. Por ejemplo, el trabajador puede utilizar esta característica para ajustar 
un cuboide a la carretera o a la acera de la escena.

• Etiquetado multivista: cuando un trabajador añade un cuboide 3D a la escena 3D, un panel lateral 
muestra las perspectivas frontal y de los dos lados para ayudar al trabajador a ajustar el cuboide 
de forma precisa alrededor del objeto. Los trabajadores pueden anotar la nube de puntos 3D, el 
panel lateral y los ajustes aparecen en las otras vistas en tiempo real.

• Fusión de sensores: si proporciona datos para la fusión de sensores, los trabajadores pueden 
ajustar las anotaciones en las escenas 3D y en las imágenes en 2D, y las anotaciones se 
proyectarán en la otra vista en tiempo real.

• Combinación automática de cuboides: los trabajadores pueden combinar automáticamente 
dos cuboides en todos los fotogramas si determinan que los cuboides con etiquetas diferentes 
representan realmente un único objeto.

• Opciones de visualización: permiten a los trabajadores ocultar o ver fácilmente texto de etiqueta, 
una malla de suelo y atributos de punto adicionales, como el color o la intensidad. Los trabajadores 
también pueden elegir entre proyecciones de perspectiva y ortogonales.

Crear un trabajo de etiquetado de seguimiento de objetos en nubes de puntos 3D

Puede crear un trabajo de etiquetado en nubes de puntos 3D mediante la consola de SageMaker o 
la operación de la API CreateLabelingJob. Para crear un trabajo de etiquetado para este tipo de 
tarea, necesita lo siguiente:

• Un archivo de manifiesto de entrada de secuencia. Para obtener información sobre cómo crear 
este tipo de archivo de manifiesto, consulte Crear un manifiesto de entrada de secuencia de nube 
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de puntos. Si no tiene experiencia con las modalidades de etiquetado en nubes de puntos 3D de 
Ground Truth, le recomendamos que consulte Formatos de datos 3D sin procesar aceptados.

• Un equipo de trabajo formado por personal privado o de un proveedor. No puede utilizar Amazon 
Mechanical Turk para trabajos de etiquetado en nubes de puntos 3D. Para obtener información 
sobre cómo crear personal y equipos de trabajo, consulte Creación y gestión de personal.

Además, asegúrese de consultar y cumplir Asigne permisos de IAM para usar Ground Truth.

Para aprender a crear un trabajo de etiquetado mediante la consola o la API, consulte las siguientes 
secciones.

Crear un trabajo de etiquetado (API)

En esta sección, se explican los detalles que necesita saber cuando crea un trabajo de etiquetado 
mediante la operación CreateLabelingJob de la API de SageMaker. Esta API define esta 
operación para todos los SDK de AWS. Para ver una lista de SDK específicos de lenguajes 
admitidos para esta operación, consulte la sección Ver también de CreateLabelingJob.

Crear un trabajo de etiquetado (API) proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Utilice
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudObjectTracking. Sustituya <region> por la región de AWS en la que va a 
crear el trabajo de etiquetado.

No debe haber una entrada para el parámetro UiTemplateS3Uri.

• El LabelAttributeName debe terminar en -ref. Por ejemplo, ot-labels-ref.

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de secuencia de fotogramas 
de nube de puntos. Para obtener más información, consulte Crear un manifiesto de entrada de 
secuencia de nube de puntos.

• Especifique las etiquetas, los atributos de fotograma y de categoría de etiqueta y las instrucciones 
de trabajo en un archivo de configuración de categorías de etiquetas. Para obtener más 
información, consulte Crear un archivo de configuración de categorías de etiquetado con atributos 
de categorías de etiquetas y fotogramas para aprender a crear este archivo.

• Debe proporcionar ARN predefinidos para las funciones de Lambda de preanotación y 
postanotación (ACS). Estos ARN son específicos de la región de de AWS y se utilizan para crear 
el trabajo de etiquetado.
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• Para buscar el ARN de Lambda de preanotación, consulte PreHumanTaskLambdaArn. Utilice 
la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina 
en PRE-3DPointCloudObjectTracking.

• Para buscar el ARN de Lambda de postanotación, consulte
AnnotationConsolidationLambdaArn. Utilice la región en la que va a 
crear el trabajo de etiquetado para buscar el ARN correcto que termina en
ACS-3DPointCloudObjectTracking.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser
1.

• El etiquetado de datos automatizado no es compatible con los trabajos de etiquetado 
en nubes de puntos 3D. No debe especificar valores para los parámetros en
LabelingJobAlgorithmsConfig.

• Los trabajos de etiquetado de seguimiento de objetos en nubes de puntos 3D pueden tardar varias 
horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de 
etiquetado en TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

Crear un trabajo de etiquetado (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear 
un trabajo de etiquetado de seguimiento de objetos en nubes de puntos 3D en la consola de 
SageMaker. Al crear el trabajo de etiquetado, tenga en cuenta lo siguiente:

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de secuencia. Para obtener 
más información, consulte Crear un manifiesto de entrada de secuencia de nube de puntos.

• Opcionalmente, puede proporcionar atributos de categoría de etiqueta. Los trabajadores pueden 
asignar uno o más de estos atributos a las anotaciones para proporcionar más información sobre 
ese objeto. Por ejemplo, quizá convenga utilizar el atributo ocluido para que los trabajadores 
identifiquen cuando un objeto está parcialmente obstruido.

• La consolidación de anotaciones y el etiquetado de datos automatizado no son compatibles con 
las tareas de etiquetado en nubes de puntos 3D.

• Los trabajos de etiquetado de seguimiento de objetos en nubes de puntos 3D pueden tardar varias 
horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos de 
etiquetado al seleccionar el equipo de trabajo (hasta 7 días o 604 800 segundos).
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Crear un trabajo de etiquetado de ajuste o verificación de seguimiento de objetos en nubes de 
puntos 3D

Puede crear un trabajo de etiquetado de ajuste y verificación utilizando la consola de Ground Truth o 
la API de CreateLabelingJob. Para obtener más información sobre los trabajos de etiquetado de 
ajuste y verificación y cómo crear uno, consulte Verificar y ajustar etiquetas.

Al crear un trabajo de etiquetado de ajuste, los datos de entrada para el trabajo de etiquetado 
pueden incluir etiquetas y medidas de guiñada, inclinación y balanceo de un trabajo de etiquetado 
anterior o de un origen externo. En el trabajo de ajuste, la inclinación y el balanceo se visualizarán en 
la interfaz de usuario del trabajador, pero no se pueden modificar. La guiñada es ajustable.

Ground Truth utiliza los ángulos de Tait-Bryan con las siguientes rotaciones intrínsecas para 
visualizar la guiñada, la inclinación y el balanceo en la interfaz de usuario del trabajador. En primer 
lugar se aplica la rotación al vehículo de acuerdo con el eje z (guiñada). A continuación, el vehículo 
girado gira de acuerdo con el eje y intrínseco (inclinación). A continuación, el vehículo gira de 
acuerdo con el eje x intrínseco (balanceo).

Formato de los datos de salida

Cuando crea un trabajo de etiquetado de seguimiento de objetos en nubes de puntos 3D, las tareas 
se envían a los trabajadores. Cuando los trabajadores completan las tareas, sus anotaciones se 
escriben en el bucket de Amazon S3 especificado al crear el trabajo de etiquetado. El formato de los 
datos de salida determina lo que se ve en el bucket de Amazon S3 cuando el estado del trabajo de 
etiquetado (LabelingJobStatus) es Completed.

Si no tiene experiencia con Ground Truth, consulte Datos de salida para obtener más información 
sobre el formato de datos de salida de Ground Truth. Para obtener información sobre el formato de 
datos de salida de seguimiento de objetos en nubes de puntos 3D, consulte Salida de seguimiento 
de objetos en nubes de puntos 3D.

Segmentación semántica de nube de puntos 3D

La segmentación semántica implica clasificar puntos individuales de una nube de puntos 3D en 
categorías previamente especificadas. Utilice este tipo de tarea cuando desee que los trabajadores 
creen una máscara de segmentación semántica de nivel de punto para nubes de puntos 3D. Por 
ejemplo, si especifica las clases car, pedestrian y bike, los trabajadores seleccionan una clase a 
la vez y colorean todos los puntos que esta clase aplica al mismo color en la nube de puntos.

Para este tipo de tarea, el objeto de datos que los trabajadores etiquetan es un solo fotograma de 
nube de puntos. Ground Truth genera una visualización de nube de puntos 3D con los datos de 
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nubes de puntos que usted proporciona. También puede proporcionar datos de la cámara para 
ofrecer a los trabajadores más información visual sobre las escenas del fotograma y ayudarles a 
pintar objetos. Cuando un trabajador pinta un objeto en la imagen 2D o en la nube de puntos 3D, la 
pintura aparece en la otra vista.

Puede ajustar las anotaciones creadas en un trabajo de etiquetado de detección de objetos de nube 
de puntos 3D mediante el tipo de tarea de ajuste de segmentación semántica de nubes de puntos 
3D.

Si no tiene experiencia con la modalidad de etiquetado en nubes de puntos 3D de Ground Truth, le 
recomendamos que consulte Introducción a los trabajos de etiquetado en nubes de puntos 3D. Esta 
modalidad de etiquetado es diferente de otros tipos de tareas de Ground Truth. En este tema, se 
proporciona información general de los detalles importantes que debe tener en cuenta al crear un 
trabajo de etiquetado de nube de puntos 3D.

Temas

• Vista de la interfaz de tareas del trabajador

• Creación de un trabajo de etiquetado de segmentación semántica de nube de puntos 3D

• Cree un trabajo de etiquetado de ajuste o verificación de segmentación semántica de nube de 
puntos 3D

• Formato de los datos de salida

Vista de la interfaz de tareas del trabajador

Ground Truth ofrece a los trabajadores un portal web y herramientas para realizar las tareas de 
anotación de segmentación semántica de nube de puntos 3D. Al crear el trabajo de etiquetado, debe 
proporcionar el nombre de recurso de Amazon (ARN) para una interfaz de usuario de Ground Truth 
prediseñada en el parámetro HumanTaskUiArn. Al crear un trabajo de etiquetado con este tipo de 
tarea en la consola, se utiliza automáticamente esta interfaz de usuario. Es posible obtener una vista 
previa e interactuar con la interfaz de usuario del trabajador al crear un trabajo de etiquetado en la 
consola. Si es un usuario nuevo, es recomendable crear un trabajo de etiquetado con la consola 
para garantizar que los atributos de etiqueta, los fotogramas de la nube de puntos y, si procede, las 
imágenes, aparecen como es debido.

A continuación se muestra un GIF de la interfaz de tareas del trabajador de segmentación 
semántica de nube de puntos 3D. Si proporciona datos de la cámara para la fusión de sensores, 
las imágenes se asocian con escenas en el fotograma de la nube de puntos. Los trabajadores 
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pueden pintar objetos en la nube de puntos 3D o en la imagen 2D; la pintura aparece en la ubicación 
correspondiente en el otro medio. Estas imágenes aparecen en el portal de trabajadores como se 
muestra en el siguiente GIF.

El trabajador puede recorrer la escena 3D con el teclado y el ratón. Puede:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.

• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.

• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo, 
izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D. Los trabajadores 
pueden ocultar y volver a ampliar todos los menús y vistas laterales. En este GIF, las vistas laterales 
y los menús se han contraído.
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El siguiente GIF muestra cómo un trabajador puede etiquetar varios objetos rápidamente, refinar 
los objetos pintados mediante la opción Despintar y, a continuación, ver solo los puntos que se han 
pintado.
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Hay opciones de visualización y características adicionales. Consulte la página de instrucciones del 
trabajador para obtener una descripción general completa de la interfaz de usuario del trabajador.

Herramientas de trabajo

Los trabajadores pueden navegar a través de la nube de puntos 3D acercando y alejando, y 
moviéndose en todas las direcciones alrededor de la nube utilizando el ratón y los métodos 
abreviados teclado. Para crear un trabajo de segmentación semántica, los trabajadores tienen a su 
disposición las siguientes herramientas:

• Un pincel para pintar y despintar objetos. Para pintar objetos, los trabajadores seleccionan una 
categoría de etiqueta y, a continuación, pintan en la nube de puntos 3D. Para despintar objetos, los 
trabajadores seleccionando la opción Despintar en el menú de categoría de etiqueta y utilizan el 
pincel para borrar la pintura.

• Una herramienta poligonal que los trabajadores pueden utilizar para seleccionar y pintar un área 
en la nube de puntos.

• Una herramienta de pintura de fondo que permite a los trabajadores pintar detrás de objetos 
que ya han anotado sin alterar las anotaciones originales. Por ejemplo, es posible utilizar esta 
herramienta para pintar la carretera después de pintar todos los vehículos en la carretera.
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• Opciones de visualización que permiten a los trabajadores ocultar o ver fácilmente texto de 
etiqueta, una malla de suelo y atributos de punto adicionales, como el color o la intensidad. Los 
trabajadores también pueden elegir entre proyecciones de perspectiva y ortogonales.

Creación de un trabajo de etiquetado de segmentación semántica de nube de puntos 3D

Puede crear un trabajo de etiquetado en nubes de puntos 3D mediante la consola de SageMaker o 
la operación de la API CreateLabelingJob. Para crear un trabajo de etiquetado para este tipo de 
tarea, necesita lo siguiente:

• Un archivo de manifiesto de entrada de un solo fotograma. Para obtener información sobre cómo 
crear este tipo de archivo de manifiesto, consulte Crear un archivo de manifiesto de entrada de 
fotograma de nube de puntos. Si no tiene experiencia con las modalidades de etiquetado en nubes 
de puntos 3D de Ground Truth, le recomendamos que consulte Formatos de datos 3D sin procesar 
aceptados.

• Un equipo de trabajo de una fuerza de trabajo privada o de un proveedor. No puede utilizar 
trabajadores de Amazon Mechanical Turk para trabajos de etiquetado de nube de puntos 3D. Para 
obtener información sobre cómo crear fuerzas de trabajo y equipos de trabajo, consulte Creación y 
gestión de personal.

• Un archivo de configuración de categoría de etiqueta. Para obtener más información, consulte
Crear un archivo de configuración de categorías de etiquetado con atributos de categorías de 
etiquetas y fotogramas.

Además, asegúrese de haber revisado y satisfecho la Asigne permisos de IAM para usar Ground 
Truth.

Utilice una de las siguientes secciones para aprender a crear un trabajo de etiquetado mediante la 
consola o una API.

Creación de un trabajo de etiquetado (consola)

Puede seguir las instrucciones de Crear un trabajo de etiquetado (consola) para aprender a crear 
un trabajo de etiquetado de segmentación semántica de nube de puntos 3D en la consola de 
SageMaker. Al crear el trabajo de etiquetado, tenga en cuenta lo siguiente:

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de un solo fotograma. Para 
obtener más información, consulte Crear un archivo de manifiesto de entrada de fotograma de 
nube de puntos.
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• La consolidación de anotaciones y el etiquetado automatizado de datos no son compatibles con 
las tareas de etiquetado de nube de puntos 3D.

• Los trabajos de etiquetado de segmentación semántica de nube de puntos 3D pueden tardar 
varias horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos 
de etiquetado al seleccionar el equipo de trabajo (hasta 7 días o 604 800 segundos).

Creación de un trabajo de etiquetado (API)

En esta sección, se explican los detalles que necesita saber cuando crea un trabajo de etiquetado 
mediante la operación CreateLabelingJob de la API de SageMaker. Esta API define esta 
operación para todos los SDK de AWS. Para ver una lista de SDK específicos de lenguajes 
admitidos para esta operación, revise la sección Ver también de CreateLabelingJob.

La página, Crear un trabajo de etiquetado (API), proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudSemanticSegmentation. Sustituya <region> por la región de AWS en la que va 
a crear el trabajo de etiquetado.

No debe haber una entrada para el parámetro UiTemplateS3Uri.

• El LabelAttributeName debe terminar en -ref. Por ejemplo, ss-labels-ref.

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de un solo fotograma. Para 
obtener más información, consulte Crear un archivo de manifiesto de entrada de fotograma de 
nube de puntos.

• Especifique las instrucciones del trabajador y las etiquetas en un archivo de configuración de 
categoría de etiqueta. Consulte Crear un archivo de configuración de categorías de etiquetado con 
atributos de categorías de etiquetas y fotogramas para obtener información sobre cómo crear este 
archivo.

• Debe proporcionar ARN predefinidos para las funciones de Lambda de preanotación y 
postanotación (ACS). Se trata de ARN específicos de la región de AWS que se utiliza para crear el 
trabajo de etiquetado.

• Para buscar el ARN de Lambda de preanotación, consulte PreHumanTaskLambdaArn. Utilice 
la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto. Por ejemplo, 
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si va a crear el trabajo de etiquetado en us-east-1, el ARN será arn:aws:lambda:us-
east-1:432418664414:function:PRE-3DPointCloudSemanticSegmentation.

• Para buscar el ARN de Lambda de postanotación, consulte
AnnotationConsolidationLambdaArn. Utilice la región en la que va a crear 
el trabajo de etiquetado para buscar el ARN correcto. Por ejemplo, si va a crear 
el trabajo de etiquetado en us-east-1, el ARN será arn:aws:lambda:us-
east-1:432418664414:function:ACS-3DPointCloudSemanticSegmentation.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser
1.

• El etiquetado automatizado de datos no es compatible con los trabajos de etiquetado 
de nube de puntos 3D. No debe especificar valores para los parámetros en
LabelingJobAlgorithmsConfig.

• Los trabajos de etiquetado de segmentación semántica de nube de puntos 3D pueden tardar 
varias horas en completarse. Puede especificar un límite de tiempo más largo para estos trabajos 
de etiquetado en TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

Cree un trabajo de etiquetado de ajuste o verificación de segmentación semántica de nube de puntos 
3D

Puede crear un trabajo de etiquetado de ajuste y verificación utilizando la consola de Ground Truth o 
la API de CreateLabelingJob. Para obtener más información sobre los trabajos de etiquetado de 
ajuste y verificación y cómo crear uno, consulte Verificar y ajustar etiquetas.

Formato de los datos de salida

Cuando crea un trabajo de etiquetado de segmentación semántica de nube de puntos 3D, las tareas 
se envían a los trabajadores. Cuando los trabajadores completan las tareas, sus anotaciones se 
escriben en el bucket de Amazon S3 especificado al crear el trabajo de etiquetado. El formato de los 
datos de salida determina lo que se ve en el bucket de Amazon S3 cuando el estado del trabajo de 
etiquetado (LabelingJobStatus) es Completed.

Si no tiene experiencia con Ground Truth, consulte Datos de salida para obtener más información 
sobre el formato de datos de salida de Ground Truth. Para obtener información sobre el formato de 
datos de salida de detección de objetos en nubes de puntos 3D, consulte Salida de segmentación 
semántica de nube de puntos 3D.
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Seguimiento de objetos en nubes de puntos 3D-2D

Utilice este tipo de tarea cuando desee que los trabajadores vinculen anotaciones de nubes de 
puntos 3D con anotaciones de imágenes 2D y vinculen también anotaciones de imágenes 2D entre 
distintas cámaras. Actualmente, Ground Truth admite cuboides para anotación en una nube de 
puntos 3D y cuadros delimitadores para anotación en vídeos 2D. Por ejemplo, puede utilizar este tipo 
de tarea para pedir a los trabajadores que vinculen el movimiento de un vehículo en una nube de 
puntos 3D con su vídeo 2D. Gracias a la vinculación 3D-2D, puede correlacionar fácilmente datos de 
nube de puntos (como la distancia de un cuboide) con datos de vídeo (cuadro delimitador) para un 
máximo de 8 cámaras.

Ground Truth proporciona a los trabajadores herramientas para anotar cuboides en una nube de 
puntos 3D y cuadros delimitadores en un máximo de 8 cámaras utilizando la misma interfaz de 
usuario de anotación. Los trabajadores también pueden vincular distintos cuadros delimitadores para 
el mismo objeto en distintas cámaras. Por ejemplo, se puede vincular un cuadro delimitador de la 
cámara1 a un cuadro delimitador de la cámara2. Esto permite correlacionar un objeto entre varias 
cámaras mediante un identificador único.

Note

Actualmente, SageMaker no admite la creación de un trabajo de vinculación 3D-2D mediante 
la consola. Para crear un trabajo de vinculación 3D-2D utilizando la API de SageMaker, 
consulte Crear un trabajo de etiquetado (API).

Temas

• Vista de la interfaz de tareas del trabajador

• Formato de los datos de entrada

• Crear un trabajo de etiquetado de seguimiento de objetos en nubes de puntos 3D-2D

• Datos de salida

Vista de la interfaz de tareas del trabajador

Ground Truth ofrece a los trabajadores un portal web y herramientas para completar las tareas de 
anotación de seguimiento de objetos 3D-2D. Al crear el trabajo de etiquetado, debe proporcionar el 
nombre de recurso de Amazon (ARN) para una interfaz de usuario de Ground Truth prediseñada en 
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el parámetro HumanTaskUiArn. Para utilizar la interfaz de usuario al crear un trabajo de etiquetado 
para este tipo de tarea mediante la API, debe proporcionar el HumanTaskUiArn. Es posible 
obtener una vista previa e interactuar con la interfaz de usuario del trabajador al crear un trabajo de 
etiquetado a través de la API. Las herramientas de anotación forman parte de la interfaz de tareas 
del trabajador. No están disponibles para la interfaz de vista previa. La siguiente imagen muestra la 
interfaz de tareas del trabajador utilizada para la tarea de anotación de seguimiento de objetos en 
nubes de puntos 3D-2D.

Cuando la interpolación está habilitada de forma predeterminada. Cuando un trabajador agrega un 
solo cuboide, ese cuboide se replica en todos los fotogramas de la secuencia con el mismo ID. Si el 
trabajador ajusta el cuboide en otro fotograma, Ground Truth interpolará el movimiento de ese objeto 
y ajustará todos los cuboides entre los fotogramas ajustados manualmente. Además, utilizando la 
sección de vista de la cámara, se puede mostrar un cuboide con una proyección (mediante el botón 
B para "cambiar las etiquetas" en la vista de cámara) que proporciona al trabajador una referencia a 
partir de las imágenes de la cámara. La precisión del cuboide a la proyección de imagen se basa en 
la precisión de las calibraciones capturadas en los datos extrínsecos e intrínsecos.

Si proporciona datos de la cámara para la fusión de sensores, las imágenes se asocian a escenas en 
los fotogramas de nube de puntos. Tenga en cuenta que los datos de la cámara deben sincronizarse 
temporalmente con los datos de nube de puntos para garantizar una representación precisa de 
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la nube de puntos en las imágenes de cada fotograma de la secuencia, como se muestra en la 
siguiente imagen.

El archivo de manifiesto contiene los datos extrínsecos e intrínsecos y la postura para permitir que se 
muestre la proyección cuboide en la imagen de la cámara utilizando el botón P.

El trabajador puede recorrer la escena 3D con el teclado y el ratón. Puede realizar lo siguiente:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.

• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.

• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo, 
izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

Cuando un trabajador coloca cuboides en la escena 3D, aparece una vista lateral con las tres vistas 
laterales proyectadas: superior, lateral y frontal. Estas vistas laterales muestran puntos dentro y 
alrededor del cuboide colocado y ayudan a los trabajadores a ajustar con precisión los límites del 
cuboide en esa área. Los trabajadores pueden acercar y alejar cada una de esas vistas laterales con 
el ratón.

El trabajador debe seleccionar primero el cuboide para trazar el cuadro delimitador correspondiente 
en cualquiera de las vistas de la cámara. De este modo se vincula el cuboide y el cuadro delimitador 
con un nombre común y un identificador único.

El trabajador también puede trazar primero un cuadro delimitador, seleccionarlo y trazar el cuboide 
correspondiente para vincularlos.
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Hay opciones de visualización y características adicionales. Consulte la página de instrucciones de 
trabajos para obtener una amplia descripción general de la interfaz de usuario del trabajador.

Herramientas de trabajo

Los trabajadores pueden navegar a través de la nube de puntos 3D acercando y alejando, y 
moviéndose en todas las direcciones alrededor de la nube utilizando el ratón y los atajos de teclado. 
Si los trabajadores hacen clic en un punto de la nube de puntos, la interfaz de usuario se acerca 
automáticamente a esa área. Los trabajadores pueden utilizar varias herramientas para dibujar 
un cuboide 3D alrededor de los objetos. Para obtener más información, consulte Herramientas de 
etiquetado de apoyo en la sección siguiente.

Después de que los trabajadores hayan colocado un cuboide 3D en la nube de puntos, pueden 
ajustarlo para que encaje firmemente alrededor de los automóviles mediante una variedad de vistas: 
directamente en la nube de puntos 3D, en una vista lateral con tres perspectivas ampliadas de la 
nube de puntos alrededor del cuadro y, si incluye imágenes para la fusión de sensores, directamente 
en la imagen 2D.

Las opciones de visualización adicionales permiten a los trabajadores ocultar o ver fácilmente texto 
de etiqueta, una malla de suelo y atributos de punto adicionales. Los trabajadores también pueden 
elegir entre proyecciones de perspectiva y ortogonales.

Herramientas de etiquetado de apoyo

Ground Truth ayuda a los trabajadores a anotar nubes de puntos 3D de forma más rápida y precisa 
mediante UX, herramientas de etiquetado de ayuda de machine learning y visión por ordenador para 
tareas de seguimiento de objetos en nubes de puntos 3D. Estas son las herramientas de etiquetado 
de apoyo disponibles para este tipo de tareas:

• Relleno automático de etiquetas: cuando un trabajador añade un cuboide a un fotograma, se 
añade automáticamente a todos los fotogramas de la secuencia un cuboide con las mismas 
dimensiones, orientación y posición xyz.

• Interpolación de etiquetas: cuando un trabajador ha etiquetado un único objeto en dos fotogramas, 
Ground Truth utiliza esas anotaciones para interpolar el movimiento de ese objeto entre todos los 
fotogramas. La interpolación de etiquetas se puede activar y desactivar. Está activada de forma 
predeterminada. Por ejemplo, si un trabajador que trabaja con 5 fotogramas añade un cuboide en 
el fotograma 2, se copia en los 5 fotogramas. Si, a continuación, el trabajador realiza ajustes en el 
fotograma 4, los fotogramas 2 y 4 actúan ahora como dos puntos a través de los cuales pasa una 
línea. A continuación, el cuboide se interpola en los fotogramas 1, 3 y 5.
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• Gestión masiva de etiquetas y atributos: los trabajadores pueden añadir, eliminar y cambiar el 
nombre de anotaciones, etiquetar atributos de categorías y atributos de fotogramas de forma 
masiva.

• Los trabajadores pueden eliminar manualmente las anotaciones de un objeto determinado 
antes o después de un fotograma o en todos los fotogramas. Por ejemplo, un trabajador puede 
eliminar todas las etiquetas de un objeto después del fotograma 10 si ese objeto ya no se 
encuentra en la escena después de ese fotograma.

• Si un trabajador elimina accidentalmente todas las anotaciones de un objeto, puede agregarlas 
de nuevo. Por ejemplo, si un trabajador elimina todas las anotaciones de un objeto antes del 
fotograma 100, puede agregarlas de forma masiva a esos fotogramas.

• Los trabajadores pueden cambiar el nombre de la etiqueta de un fotograma y todos los cuboides 
3D asignados a esa etiqueta se actualizan con el nuevo nombre en todos los fotogramas.

• Los trabajadores pueden utilizar la edición masiva para añadir o editar los atributos de 
categorías de etiquetas y los atributos de fotogramas en varios fotogramas.

• Ajuste: los trabajadores pueden añadir un cuboide alrededor de un objeto y utilizar un atajo de 
teclado o una opción del menú para que la herramienta de ajuste automático de Ground Truth 
ajuste el cuboide con precisión alrededor de los límites del objeto.

• Apto para suelo: cuando un trabajador añade un cuboide a la escena 3D, puede ajustarlo 
automáticamente al suelo. Por ejemplo, el trabajador puede utilizar esta característica para ajustar 
un cuboide a la carretera o a la acera de la escena.

• Etiquetado multivista: cuando un trabajador añade un cuboide 3D a la escena 3D, un panel lateral 
muestra las perspectivas frontal y de los dos lados para ayudar al trabajador a ajustar el cuboide 
de forma precisa alrededor del objeto. Los trabajadores pueden anotar la nube de puntos 3D, el 
panel lateral y los ajustes aparecen en las otras vistas en tiempo real.

• Fusión de sensores: si proporciona datos para la fusión de sensores, los trabajadores pueden 
ajustar las anotaciones en las escenas 3D y en las imágenes 2D, y las anotaciones se proyectan 
en la otra vista en tiempo real. Para obtener más información sobre los datos de la fusión de 
sensores, consulte Comprender los sistemas de coordenadas y la fusión de sensores.

• Combinación automática de cuboides: los trabajadores pueden combinar automáticamente 
dos cuboides en todos los fotogramas si determinan que los cuboides con etiquetas diferentes 
representan realmente un único objeto.

• Opciones de visualización: permiten a los trabajadores ocultar o ver fácilmente texto de etiqueta, 
una malla de suelo y atributos de punto adicionales, como el color o la intensidad. Los trabajadores 
también pueden elegir entre proyecciones de perspectiva y ortogonales.

Etiquetado de nubes de puntos 3D 1511

https://docs.aws.amazon.com/sagemaker/latest/dg/sms-point-cloud-sensor-fusion-details.html#sms-point-cloud-sensor-fusion


Amazon SageMaker Guía para desarrolladores

Formato de los datos de entrada

Puede crear un trabajo de seguimiento de objetos 3D-2D mediante la operación de la API de 
SageMaker, CreateLabelingJob. Para crear un trabajo de etiquetado para este tipo de tarea, 
necesita lo siguiente:

• Un archivo de manifiesto de entrada de secuencia. Para obtener información sobre cómo crear 
este tipo de archivo de manifiesto, consulte Crear un manifiesto de entrada de secuencia de nube 
de puntos. Si no tiene experiencia con las modalidades de etiquetado en nubes de puntos 3D de 
Ground Truth, le recomendamos que consulte Formatos de datos 3D sin procesar aceptados.

• Especifique las etiquetas, los atributos de fotograma y de categoría de etiqueta y las instrucciones 
de trabajo en un archivo de configuración de categorías de etiquetas. Para obtener más 
información, consulte cómo Crear un archivo de configuración de categorías de etiquetado con 
atributos de categorías de etiquetas y fotogramas, donde se explica cómo crear este archivo. A 
continuación se muestra un ejemplo de archivo de configuración de categorías de etiquetas para 
crear un trabajo de seguimiento de objetos 3D-2D.

{ 
    "document-version": "2020-03-01", 
    "categoryGlobalAttributes": [ 
        { 
            "name": "Occlusion", 
            "description": "global attribute that applies to all label categories", 
            "type": "string", 
            "enum":[ 
                "Partial", 
                "Full" 
            ] 
        } 
    ], 
    "labels":[ 
        { 
            "label": "Car", 
            "attributes": [ 
                { 
                    "name": "Type", 
                    "type": "string", 
                    "enum": [ 
                        "SUV", 
                        "Sedan" 
                    ] 
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                }  
            ] 
        }, 
        { 
            "label": "Bus", 
            "attributes": [ 
                { 
                    "name": "Size", 
                    "type": "string", 
                    "enum": [ 
                        "Large", 
                        "Medium", 
                        "Small" 
                    ] 
                } 
            ] 
        } 
    ], 
    "instructions": { 
        "shortIntroduction": "Draw a tight cuboid around objects after you select a 
 category.", 
        "fullIntroduction": "<p>Use this area to add more detailed worker 
 instructions.</p>" 
    }, 
    "annotationType": [ 
        { 
            "type": "BoundingBox" 
        }, 
        { 
            "type": "Cuboid" 
        } 
    ]
}

Note

Debe proporcionar BoundingBox y Cuboid como annotationType en el archivo de 
configuración de categorías de etiquetas para crear un trabajo de seguimiento de objetos 
3D-2D.
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Crear un trabajo de etiquetado de seguimiento de objetos en nubes de puntos 3D-2D

Puede crear un trabajo de etiquetado en nubes de puntos 3D-2D mediante la operación de la API 
de SageMaker, CreateLabelingJob. Para crear un trabajo de etiquetado para este tipo de tarea, 
necesita lo siguiente:

• Un equipo de trabajo formado por personal privado o de un proveedor. No puede utilizar Amazon 
Mechanical Turk para trabajos de etiquetado en nubes de puntos 3D. Para obtener información 
sobre cómo crear personal y equipos de trabajo, consulte Creación y gestión de personal.

• Añada una política de CORS a un bucket de S3 que contenga datos de entrada en la consola 
de Amazon S3. Para configurar los encabezados de CORS necesarios en el bucket de S3 que 
contiene las imágenes de entrada en la consola S3, siga las instrucciones que se detallan en
Requisito del permiso CORS.

• Además, asegúrese de consultar y cumplir Asigne permisos de IAM para usar Ground Truth.

Para obtener aprender a crear un trabajo de etiquetado utilizando la API, consulte las siguientes 
secciones.

Crear un trabajo de etiquetado (API)

En esta sección, se explican los detalles que necesita saber cuando crea un trabajo de etiquetado 
de seguimiento de objetos 3D-D2 mediante la operación CreateLabelingJob de la API de 
SageMaker. Esta API define esta operación para todos los SDK de AWS. Para ver una lista de 
SDK específicos de lenguajes admitidos para esta operación, consulte la sección Ver también de
CreateLabelingJob.

Crear un trabajo de etiquetado (API) proporciona una visión general de la operación
CreateLabelingJob. Siga estas instrucciones y haga lo siguiente mientras configura su solicitud:

• Debe introducir un ARN para HumanTaskUiArn. Utilice
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudObjectTracking. Sustituya <region> por la región de AWS en la que va a 
crear el trabajo de etiquetado.

No debe haber una entrada para el parámetro UiTemplateS3Uri.

• El LabelAttributeName debe terminar en -ref. Por ejemplo, ot-labels-ref.

• El archivo de manifiesto de entrada debe ser un archivo de manifiesto de secuencia de fotogramas 
de nube de puntos. Para obtener más información, consulte Crear un manifiesto de entrada 
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de secuencia de nube de puntos. También debe proporcionar un archivo de configuración de 
categorías de etiquetas, como se indicó anteriormente.

• Debe proporcionar ARN predefinidos para las funciones de Lambda de preanotación y 
postanotación (ACS). Estos ARN son específicos de la región de AWS y se utilizan para crear el 
trabajo de etiquetado.

• Para buscar el ARN de Lambda de preanotación, consulte PreHumanTaskLambdaArn. Utilice 
la región en la que va a crear el trabajo de etiquetado para buscar el ARN correcto que termina 
en PRE-3DPointCloudObjectTracking.

• Para buscar el ARN de Lambda de postanotación, consulte
AnnotationConsolidationLambdaArn. Utilice la región en la que va a 
crear el trabajo de etiquetado para buscar el ARN correcto que termina en
ACS-3DPointCloudObjectTracking.

• El número de trabajadores especificado en NumberOfHumanWorkersPerDataObject debe ser
1.

• El etiquetado de datos automatizado no es compatible con los trabajos de etiquetado 
en nubes de puntos 3D. No debe especificar valores para los parámetros en
LabelingJobAlgorithmsConfig.

• Los trabajos de etiquetado de seguimiento de objetos 3D-2D pueden tardar varias horas en 
completarse. Puede especificar un límite de tiempo más largo para estos trabajos de etiquetado en
TaskTimeLimitInSeconds (hasta 7 días o 604 800 segundos).

Note

Una vez que haya creado correctamente un trabajo de seguimiento de objetos 3D-2D, 
aparecerá en la consola, en la sección de trabajos de etiquetado. El tipo de tarea del trabajo 
se muestra como Seguimiento de objetos en nubes de puntos.

Datos de salida

Cuando crea un trabajo de etiquetado de seguimiento de objetos 3D-2D, las tareas se envían a 
los trabajadores. Cuando los trabajadores completan las tareas, sus anotaciones se escriben en 
el bucket de Amazon S3 especificado al crear el trabajo de etiquetado. El formato de los datos de 
salida determina lo que se ve en el bucket de Amazon S3 cuando el estado del trabajo de etiquetado 
(LabelingJobStatus) es Completed.
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Si no tiene experiencia con Ground Truth, consulte Datos de salida para obtener más información 
sobre el formato de datos de salida de Ground Truth. Para obtener información sobre el formato 
de datos de salida de seguimiento de objetos en nubes de puntos 3D-2D, consulte Salida de 
seguimiento de objetos de nubes de puntos 3D-2D.

Introducción a los trabajos de etiquetado en nubes de puntos 3D

Este tema proporciona una descripción general de las características únicas de un trabajo de 
etiquetado en nubes de puntos 3D de Ground Truth. Puede utilizar los trabajos de etiquetado 
en nubes de puntos 3D para que los trabajadores etiqueten objetos en una nube de puntos 3D 
generada a partir de sensores 3D como LiDAR y cámaras de profundidad o generada a partir de una 
reconstrucción 3D uniendo imágenes capturadas por un agente, por ejemplo, un dron.

Tiempo de preprocesamiento del trabajo

Al crear un trabajo de etiquetado en nubes de puntos 3D, debe proporcionar un archivo de manifiesto 
de entrada. El archivo de manifiesto de entrada puede ser:

• Un archivo de manifiesto de entrada de fotograma que tiene un único fotograma de nube de puntos 
en cada línea.

• Un archivo de manifiesto de entrada de secuencia que tiene una sola secuencia en cada línea. 
Una secuencia se define como una serie temporal de fotogramas de nube de puntos.

Para ambos tipos de archivos de manifiesto, el tiempo de preprocesamiento del trabajo (es decir, el 
tiempo antes de que Ground Truth comience a enviar tareas a sus trabajadores) depende del número 
total y el tamaño de los fotogramas de nube de puntos que proporcione en el archivo de manifiesto 
de entrada. En los archivos de manifiesto de entrada de fotogramas, es el número de líneas del 
archivo de manifiesto. En los archivos de manifiesto de secuencia, es el número de fotogramas de 
cada secuencia multiplicado por el número total de secuencias, o líneas, en el archivo de manifiesto.

Además, en los tiempos de preprocesamiento del trabajo se tienen en cuenta el número de puntos 
por nube de puntos y el número de objetos de datos de los sensores fusionados (por ejemplo, 
imágenes). De media, Ground Truth puede preprocesar fotogramas de nube de 200 puntos en 
aproximadamente 5 minutos. Si crea un trabajo de etiquetado en nubes de puntos 3D con un gran 
número de fotogramas de nube de puntos, puede que los tiempos de preprocesamiento sean más 
largos. Por ejemplo, si crea un archivo de manifiesto de entrada de secuencia con 4 secuencias 
de nube de puntos y cada secuencia contiene 200 nubes de puntos, Ground Truth preprocesa 800 
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nubes de puntos y, por lo tanto, el tiempo de preprocesamiento del trabajo sería de unos 20 minutos. 
Durante ese tiempo, el estado del trabajo de etiquetado es InProgress.

Mientras el trabajo de etiquetado en nubes de puntos 3D se está preprocesando, recibirá mensajes 
de CloudWatch que le notifican el estado del trabajo. Para identificar estos mensajes, busque
3D_POINT_CLOUD_PROCESSING_STATUS en los registros de trabajos de etiquetado.

En los archivos de manifiesto de entrada de fotogramas, los registros de CloudWatch tendrán un 
mensaje similar al siguiente:

{ 
    "labeling-job-name": "example-point-cloud-labeling-job", 
    "event-name": "3D_POINT_CLOUD_PROCESSING_STATUS", 
    "event-log-message": "datasetObjectId from: 0 to 10, status: IN_PROGRESS"
}

El mensaje del registro de evento, datasetObjectId from: 0 to 10, status: 
IN_PROGRESS, identifica el número de fotogramas del manifiesto de entrada que se han procesado. 
Recibirá un nuevo mensaje cada vez que se procese un fotograma. Por ejemplo, una vez que se 
haya procesado un fotograma, recibirá otro mensaje que diga datasetObjectId from: 1 to 
10, status: IN_PROGRESS.

En los archivos de manifiesto de entrada de secuencia, los registros de CloudWatch tendrán un 
mensaje similar al siguiente:

{ 
    "labeling-job-name": "example-point-cloud-labeling-job", 
    "event-name": "3D_POINT_CLOUD_PROCESSING_STATUS", 
    "event-log-message": "datasetObjectId: 0, status: IN_PROGRESS"
}

El mensaje del registro de evento, datasetObjectId from: 0, status: IN_PROGRESS, 
identifica el número de secuencias del manifiesto de entrada que se han procesado. Recibirá 
un nuevo mensaje cada vez que se procese una secuencia. Por ejemplo, una vez que se haya 
procesado una secuencia, recibirá un mensaje que diga datasetObjectId from: 1, status: 
IN_PROGRESS cuando comience el procesamiento de la siguiente secuencia.

Tiempos de finalización de trabajos

Los trabajos de etiquetado en nubes de puntos 3D pueden tardar horas en completarse. Puede 
establecer el tiempo total que los trabajadores pueden dedicar a cada tarea cuando crea un trabajo 
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de etiquetado. El tiempo máximo que puede establecer para que los trabajadores trabajen en tareas 
es de 7 días. El valor predeterminado es 3 días.

Se recomienda encarecidamente crear tareas que los trabajadores puedan completar en un plazo de 
12 horas. Los trabajadores deben mantener abierta la interfaz de usuario mientras trabajan en una 
tarea. Pueden guardar el trabajo según avanzan y Ground Truth lo guardará automáticamente cada 
15 minutos.

Cuando utilice la operación de la API CreateLabelingJob de SageMaker, establezca 
el tiempo total que una tarea está disponible para los trabajadores en el parámetro
TaskTimeLimitInSeconds de HumanTaskConfig.

Cuando crea un trabajo de etiquetado en la consola, puede especificar este límite de tiempo al 
seleccionar el tipo de personal y el equipo de trabajo.

Personal

Al crear un trabajo de etiquetado en nubes de puntos 3D, debe especificar un equipo de trabajo que 
completará las tareas de anotación en nubes de puntos. Puede elegir un equipo de trabajo formado 
por personal privado de su propia plantilla o por personal del proveedor que seleccione en AWS 
Marketplace. No puede utilizar personal de Amazon Mechanical Turk para trabajos de etiquetado en 
nubes de puntos 3D.

Para obtener más información sobre el personal de proveedores, consulte Gestión de personal del 
proveedor.

Para aprender a crear y administrar personal privado, consulte Usar personal privado.

Interfaz de usuario (IU) del trabajador

Ground Truth proporciona una interfaz de usuario (IU) del trabajador, herramientas y características 
de etiquetado de apoyo para ayudar a los trabajadores a completar las tareas de etiquetado en 
nubes de puntos 3D.

Es posible obtener una vista previa de la interfaz de usuario del trabajador al crear un trabajo de 
etiquetado en la consola.

Al crear un trabajo de etiquetado mediante la operación CreateLabelingJob de la API, debe 
suministrar un ARN facilitado por Ground Truth en el parámetro HumanTaskUiArn para especificar 
la interfaz de usuario del trabajador para el tipo de tarea. Puede utilizar HumanTaskUiArn con la 
operación de la API RenderUiTemplate de SageMaker para obtener una vista previa de la interfaz 
de usuario del trabajador.
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Debe proporcionar las instrucciones de trabajo, las etiquetas y, opcionalmente, los atributos de 
categorías de etiquetas que se muestran en la interfaz de usuario del trabajador.

Atributos de categorías de etiquetas

Al crear un trabajo de etiquetado de seguimiento o de detección de objetos en nubes de puntos 3D, 
puede agregar uno o más atributos de categorías de etiquetas. Puede añadir atributos de fotograma
a todos los tipos de tareas de nubes de puntos 3D:

• Atributo de categorías de etiquetas: una lista de opciones (cadenas), un cuadro de texto de 
formato libre o un campo numérico asociado a una o más etiquetas. Los trabajadores lo utilizan 
para proporcionar metadatos sobre una etiqueta.

• Atributo de fotogramas: una lista de opciones (cadenas), un cuadro de texto de formato libre o un 
campo numérico que aparece en cada fotograma de nube de puntos que se envía a un trabajador 
para anotar. Los trabajadores lo utilizan para proporcionar metadatos sobre los fotogramas.

Además, puede utilizar los atributos de etiquetas y fotogramas para que los trabajadores verifiquen 
las etiquetas en un trabajo de verificación de etiquetas en nubes de puntos 3D.

Utilice las siguientes secciones para obtener más información sobre estos atributos. Para aprender 
a agregar atributos de categorías de etiquetas y fotogramas a un trabajo de etiquetado, utilice la 
sección Crear un trabajo de etiquetado de la página de tipo de tarea que elija.

Atributos de categorías de etiquetas

Agregue atributos de categoría a las etiquetas para que los trabajadores puedan proporcionar más 
información sobre las anotaciones que crean. Se añade un atributo de categorías de etiquetas a una 
etiqueta individual o a todas las etiquetas. Cuando un atributo de categorías de etiquetas se aplica a 
todas las etiquetas, se denomina atributo de categorías de etiquetas global.

Por ejemplo, si añade la categoría de etiqueta automóvil, también quizá convenga capturar datos 
adicionales sobre los automóviles etiquetados, por ejemplo, si están ocultos o el tamaño del 
automóvil. Para capturar estos metadatos puede utilizar atributos de categorías de etiquetas. En 
este ejemplo, si agregó el atributo oculto a la categoría de etiqueta de automóvil, puede asignar
parcialmente, completamente, no al atributo oculto y permitir que los trabajadores seleccionen una de 
estas opciones.

Cuando crea un trabajo de verificación de etiquetas, se añaden los atributos de categoría a cada 
etiqueta que se desee que los trabajadores verifiquen.
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Atributos de fotogramas

Añada atributos de fotogramas para que los trabajadores puedan proporcionar más información 
sobre fotogramas de nubes de puntos individuales. Puede especificar hasta 10 atributos de 
fotogramas, que aparecerán en todos los fotogramas.

Por ejemplo, puede agregar un atributo de fotograma que permita a los trabajadores introducir un 
número. Puede utilizar este atributo para que los trabajadores identifiquen el número de objetos que 
ven en un fotograma concreto.

En otro ejemplo, quizá convenga proporcionar un cuadro de texto de formato libre para que los 
trabajadores puedan dar una respuesta de formato libre a una pregunta.

Cuando crea un trabajo de verificación de etiquetas, puede añadir uno o más atributos de fotograma 
para pedir a los trabajadores que den su opinión sobre todas las etiquetas de un fotograma de nube 
de puntos.

Instrucciones de trabajo

Puede proporcionar instrucciones para ayudar a los trabajadores a completar las tareas de 
etiquetado en nubes de puntos. Estas instrucciones pueden resultar útiles para lo siguiente:

• Prácticas recomendadas y aspectos que evitar al anotar objetos.

• Explicación de los atributos de categorías de etiquetas proporcionados (para tareas de detección y 
seguimiento de objetos) y cómo utilizarlos.

• Recomiendas para ahorrar tiempo en el etiquetado con atajos de teclado.

Puede agregar las instrucciones de trabajo mediante la consola de SageMaker al crear un trabajo de 
etiquetado. Si crea un trabajo de etiquetado mediante la operación CreateLabelingJob de la API, 
especifique las instrucciones de trabajo en el archivo de configuración de categorías de etiquetas.

Además de las instrucciones, Ground Truth proporciona un enlace para ayudar a los trabajadores a 
navegar y utilizar el portal del trabajador. Para ver estas instrucciones, seleccione el tipo de tarea en
Instrucciones para el trabajador.

Rechazar tareas

Los trabajadores pueden rechazar tareas.

Los trabajadores rechazan una tarea si las instrucciones no son claras, los datos de entrada no 
se muestran correctamente o si encuentran algún otro problema con la tarea. Si el número de 
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trabajadores por objeto del conjunto de datos (NumberOfHumanWorkersPerDataObject) rechaza 
la tarea, el objeto de datos se marca como caducado y no se enviará a más trabajadores.

Requisitos de permiso de trabajo de etiquetado en nubes de puntos 3D

Al crear un trabajo de etiquetado en nubes de puntos 3D, además de los requisitos de permisos que 
se encuentran en Asigne permisos de IAM para usar Ground Truth, debe agregar una política CORS 
al bucket de S3 que contiene el archivo de manifiesto de entrada.

Agregar una política de permisos CORS al bucket de S3

Al crear un trabajo de etiquetado en nubes de puntos 3D, especifica los buckets en S3 donde se 
encuentran los datos de entrada y el archivo de manifiesto y donde se almacenarán los datos de 
salida. Estos buckets pueden ser los mismos. Debe asociar la siguiente política de intercambio 
de recursos de origen cruzado (CORS) a los buckets de entrada y salida. Si utiliza la consola de 
Amazon S3 para agregar la política a su bucket, debe utilizar el formato JSON.

JSON

[ 
        { 
            "AllowedHeaders": [ 
                "*" 
            ], 
            "AllowedMethods": [ 
                "GET", 
                "HEAD", 
                "PUT" 
            ], 
            "AllowedOrigins": [ 
                "*" 
            ], 
            "ExposeHeaders": [ 
                "Access-Control-Allow-Origin" 
            ], 
            "MaxAgeSeconds": 3000 
        } 
    ]

XML

<?xml version="1.0" encoding="UTF-8"?> 
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    <CORSConfiguration xmlns="http://s3.amazonaws.com/doc/2006-03-01/"> 
    <CORSRule> 
        <AllowedOrigin>*</AllowedOrigin> 
        <AllowedMethod>GET</AllowedMethod> 
        <AllowedMethod>HEAD</AllowedMethod> 
        <AllowedMethod>PUT</AllowedMethod> 
        <MaxAgeSeconds>3000</MaxAgeSeconds> 
        <ExposeHeader>Access-Control-Allow-Origin</ExposeHeader> 
        <AllowedHeader>*</AllowedHeader> 
    </CORSRule> 
    </CORSConfiguration>

Para obtener información sobre cómo agregar una política CORS a un bucket de S3, consulte
¿Cómo añado la funcionalidad de uso compartido de recursos entre dominios con CORS? en la Guía 
del usuario de Amazon Simple Storage Service.

Instrucciones para el trabajador

En este tema, se proporciona una descripción general del portal de trabajadores de Ground Truth y 
las herramientas disponibles para realizar la tarea de etiquetado de nubes de puntos 3D. En primer 
lugar, seleccione el tipo de tarea en la que está trabajando en Temas.

Para trabajos de ajuste, seleccione el tipo de tarea de etiquetado original con el que se produjeron 
las etiquetas que está ajustando. Revise y ajuste las etiquetas de su tarea según sea necesario.

Important

Se recomienda realizar la tarea con un navegador web Google Chrome o Firefox.

Temas

• Segmentación semántica de nube de puntos 3D

• Detección de objetos en nubes de puntos 3D

• Seguimiento de objetos en nubes de puntos 3D

Segmentación semántica de nube de puntos 3D

Utilice esta página para familiarizarse con la interfaz de usuario y las herramientas disponibles para 
completar la tarea de segmentación semántica de nube de puntos 3D.
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Temas

• Su tarea

• Navegar por la interfaz de usuario

• Guía de iconos

• Shortcuts

• Libere, detenga, reanude y rechace tareas

• Guardar el trabajo y enviar

Su tarea

Cuando trabaja en una tarea de segmentación semántica de nube de puntos 3D, debe seleccionar 
una categoría en el menú Anotaciones situado en el lado derecho del portal de trabajadores 
utilizando el menú desplegable Categorías de etiquetas. Después de seleccionar una categoría, 
utilice las herramientas de pincel y polígono para pintar cada objeto de la nube de puntos 3D a la 
que se aplica esta categoría. Por ejemplo, si selecciona la categoría Car (Coche), utilizará estas 
herramientas para pintar todos los coches de la nube de puntos. En el siguiente vídeo se muestra 
cómo utilizar la herramienta de pincel para pintar un objeto.

Si ve una o más imágenes en su portal de trabajadores, puede pintar en las imágenes o pintar en la 
nube de puntos 3D y la pintura aparecerá en el otro medio.

Puede ver los atributos de fotograma en el menú Etiquetas. Utilice estas solicitudes de atributos para 
introducir información adicional sobre la nube de puntos.
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Important

Si ve que los objetos ya se han pintado al abrir la tarea, ajuste esas anotaciones.

El siguiente vídeo incluye una imagen que se puede anotar. Es posible que no vea una imagen en su 
tarea.
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Después de pintar uno o más objetos utilizando una categoría de etiqueta, puede seleccionar esa 
categoría en el menú Categoría de etiqueta de la derecha para ver solo los puntos pintados para esa 
categoría.
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Navegar por la interfaz de usuario

Puede navegar por la escena 3D utilizando su teclado y ratón. Puede hacer lo siguiente:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.

• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.

• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo, 
izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral. 
Puede ocultar y volver a expandir todas las vistas laterales utilizando el icono de pantalla completa. 
En este GIF, las vistas laterales y los menús se han contraído.

Cuando se encuentra en la interfaz de usuario de trabajador, verá los siguientes menús:

• Instrucciones: consulte estas instrucciones antes de comenzar la tarea.

• Métodos abreviados: utilice este menú para ver los atajos de teclado que puede utilizar para 
navegar por la nube de puntos y utilizar las herramientas de anotación incluidas.
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• Vista: utilice este menú para activar y desactivar diferentes opciones de visualización. Por ejemplo, 
puede utilizar este menú para agregar una malla de terreno a la nube de puntos y para elegir la 
proyección de la nube de puntos.

• Nube de puntos 3D: utilice este menú para añadir atributos adicionales a los puntos de la nube de 
puntos, como el color y la intensidad de los píxeles. Tenga en cuenta que es posible que algunas o 
todas estas opciones no estén disponibles.

• Pintar: utilice este menú para modificar la funcionalidad del pincel.

Al abrir una tarea, el icono de escena de movimiento está activado y puede moverse por la nube 
de puntos con el ratón y los botones de navegación del área de nube de puntos de la pantalla. 
Para volver a la vista original que aparece al abrir la tarea por primera vez, elija el icono de 
restablecimiento de escena.

Después de seleccionar el icono de pintar, puede agregar pintura a la nube de puntos y a las 
imágenes (si se incluyen). Debe volver a seleccionar el icono de movimiento de escena para 
desplazarse a otra área de la imagen o nube de puntos 3D.

Para contraer todos los paneles de la derecha y convertir la nube de puntos 3D en pantalla completa, 
seleccione el icono de pantalla completa.

Para las imágenes de la cámara y los paneles laterales, tiene las siguientes opciones de vista:

• C: visualice el ángulo de la cámara en una nube de puntos.

• F: visualice el tronco, o campo de visión, de la cámara utilizada para capturar esa imagen con una 
vista de nube de puntos.

• P: visualice la nube de puntos superpuesta a la imagen.

Guía de iconos

Utilice esta tabla para obtener información sobre los iconos disponibles en el portal de tareas de 
trabajadores.

Icono Nombre Descripción

objeto brush Seleccione este icono para activar la herramienta de 
pincel. Para utilizar esta herramienta, elija y mueva 
los objetos que desea pintar con el ratón. Después 
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Icono Nombre Descripción

de elegirlo, todo lo que pinte estará asociado con la 
categoría que elija.

polígono Seleccione este icono para utilizar la herramienta de 
pintura poligonal. Utilice esta herramienta para dibujar 
polígonos alrededor de los objetos que desea pintar. 
Después de elegirlo, todo lo que dibuje con un polígono 
alrededor se asociará a la categoría que haya elegido.

restablecer 
escena

Seleccione este icono para restablecer la vista de la nube 
de puntos, los paneles laterales y, si procede, todas las 
imágenes a su posición original cuando se abrió la tarea 
por primera vez.

mover escena Seleccione este icono para mover la escena. De forma 
predeterminada, este icono se seleccionará cuando inicie 
una tarea por primera vez.

pantalla 
completa

Elija este icono para hacer que la visualización de la nube 
de puntos 3D sea de pantalla completa y para contraer 
todos los paneles laterales.
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Icono Nombre Descripción

regla Utilice este icono para medir las distancias, en metros, 
en la nube de puntos. Puede que desee utilizar esta 
herramienta si en las instrucciones se pide que anote 
todos los objetos situados a una distancia determinada 
del centro del cuboide o del objeto utilizado para capturar 
datos.

Al seleccionar este icono, puede colocar el punto de 
partida (primer marcador) en cualquier lugar de la nube 
de puntos seleccionándolo con el ratón. La herramienta 
utilizará automáticamente la interpolación para colocar un 
marcador en el punto más cercano a la distancia límite de 
la ubicación que seleccione; de lo contrario, el marcador 
se colocará en el suelo. Si coloca un punto de partida 
por error, puede usar la tecla Escape para revertir la 
ubicación del marcador.

Tras colocar el primer marcador, verá una línea punteada 
y una etiqueta dinámica que indica la distancia que se 
ha alejado del primer marcador. Haga clic en cualquier 
otro lugar de la nube de puntos para colocar un segundo 
marcador. Al colocar el segundo marcador, la línea 
punteada pasa a ser continua y se establece la distancia.

Tras establecer una distancia, puede editarla seleccion 
ando cualquiera de los marcadores. Para eliminar una 
regla, seleccione cualquier parte de la regla y utilice la 
tecla Supr del teclado.

Shortcuts

Los accesos directos que se incluyen en el menú Shortcuts (Accesos directos) pueden ayudarle a 
navegar por la nube de puntos 3D y a utilizar la herramienta de pintar.

Antes de comenzar la tarea, le recomendamos que revise el menú Accesos directos y que se 
familiarice con estos comandos.
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Libere, detenga, reanude y rechace tareas

Cuando abre la tarea de etiquetado, hay tres botones en la parte superior derecha que permiten 
rechazar la tarea (Rechazar tarea), liberarla (Liberar tarea) y detenerla y reanudarla posteriormente 
(Detener y reanudar más tarde). En la siguiente lista, se describe lo que ocurre al seleccionar una de 
estas opciones:

• Rechazar una tarea: solo debe rechazar una tarea si hay algún problema con ella, como un 
problema con la nube de puntos 3D, las imágenes o la interfaz de usuario. Si rechaza una tarea, 
no podrá volver a ella.

• Liberar tarea: si libera una tarea, perderá todo el trabajo realizado en ella. Cuando se libera la 
tarea, otros trabajadores de su equipo pueden aceptarla. Si un número suficiente de trabajadores 
aceptan la tarea, es posible que no pueda volver a ella. Si selecciona este botón y, a continuación, 
selecciona Confirmar, volverá al portal de trabajadores. Si la tarea sigue disponible, su estado será
Disponible. Si otros trabajadores la aceptan, desaparecerá de su portal.

• Detener y reanudar más tarde: puede utilizar el botón Detener y reanudar más tarde para dejar de 
trabajar y volver a la tarea más adelante. Debe utilizar el botón Guardar para guardar el trabajo 
antes de seleccionar Detener y reanudar más tarde. Si selecciona este botón y, a continuación, 
selecciona Confirmar, volverá al portal de trabajadores y el estado de la tarea será Detenida. 
Puede seleccionar la misma tarea para reanudar el trabajo en ella.

Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo 
en el que deben completarse todas las tareas. Si no vuelve a realizar esta tarea y no la completa 
dentro de ese límite de tiempo, caducará y su trabajo no se enviará. Póngase en contacto con el 
administrador para obtener más información.

Guardar el trabajo y enviar

Debe guardar el trabajo realizado periódicamente. Ground Truth guardará automáticamente su 
trabajo cada 15 minutos.

Cuando abra una tarea, debe completar su trabajo antes de pulsar Submit (Enviar).

Detección de objetos en nubes de puntos 3D

Utilice esta página para familiarizarse con la interfaz de usuario y las herramientas disponibles para 
completar la tarea de detección de objetos en nubes de puntos 3D.

Temas
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• Su tarea

• Navegar por la interfaz de usuario

• Guía de iconos

• Shortcuts

• Libere, detenga, reanude y rechace tareas

• Guardar el trabajo y enviar

Su tarea

Cuando trabaja en una tarea de detección de objetos en nubes de puntos 3D, debe seleccionar una 
categoría en el menú Anotaciones situado en el lado derecho del portal de trabajadores mediante el 
menú Categorías de etiquetas. Después de elegir una categoría, utilice las herramientas de agregar 
cuboide y ajustar cuboide para ajustar un cuboide alrededor de los objetos de la nube de puntos 
3D a la que se aplica esta categoría. Después de colocar un cuboide, puede modificar sus cotas, 
ubicación y orientación directamente en la nube de puntos y en los tres paneles que se muestran a la 
derecha.

Si ve una o más imágenes en el portal de trabajadores, también puede modificar los cuboides en las 
imágenes o en la nube de puntos 3D y las ediciones aparecerán en el otro medio.

Si ve que ya se han agregado cuboides a la nube de puntos 3D al abrir la tarea, ajuste esos cuboides 
y agregue cuboides adicionales según sea necesario.

Para editar un cuboide, incluido el movimiento, la reorientación y el cambio de cotas del cuboide, 
debe utilizar teclas de acceso directo. Puede ver una lista completa de teclas de acceso directo en el 
menú Shortcuts (Accesos directos) de la interfaz de usuario. Las siguientes son combinaciones de 
teclas importantes con las que debe familiarizarse antes de comenzar la tarea de etiquetado.

Comando de Mac Comando de Windows Acción

Cmd + Arrastrar Ctrl + Arrastrar Modificar las dimensiones del 
cuboide.

Opción + Arrastrar Alt + Arrastrar Mover el cuboide.

Mayús + Arrastrar Mayús + Arrastrar Girar el cuboide.
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Comando de Mac Comando de Windows Acción

Opción + O Alt + O Colocar el cuboide firmement 
e alrededor de los puntos en 
los que se ha dibujado. Antes 
de usar la opción, asegúrese 
de que el cuboide rodee 
completamente el objeto de 
interés.

Opción + G Alt + G Poner el cuboide en el suelo.

Las etiquetas individuales pueden tener uno o más atributos de etiqueta. Si una etiqueta tiene un 
atributo de etiqueta asociado, aparecerá al seleccionar la flecha que apunta hacia abajo situada junto 
a la etiqueta en el menú ID de etiqueta. Rellene los valores obligatorios para todos los atributos de la 
etiqueta.

Puede ver los atributos de fotograma en el menú Etiquetas. Utilice estas solicitudes de atributos para 
introducir información adicional sobre cada fotograma.
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Navegar por la interfaz de usuario

Puede navegar por la escena 3D utilizando el teclado y el ratón. Puede hacer lo siguiente:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.

• Puede usar las teclas [ y ] del teclado para ampliar la pantalla y pasar de una etiqueta a otra. Si no 
hay ninguna etiqueta seleccionada, al seleccionar [ o ], la interfaz de usuario ampliará la primera 
etiqueta de la lista ID de etiqueta.

• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.

• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo, 
izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

Una vez que coloque un cuboide en la escena 3D, aparecerá una vista lateral con tres vistas 
proyectadas: superior, lateral y posterior. Estas vistas laterales muestran puntos dentro y alrededor 
del cuboide colocado y ayudan a los trabajadores a ajustar con precisión los límites del cuboide en 
esa área. Los trabajadores pueden acercar y alejar cada una de esas vistas laterales con el ratón.
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El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral.

Cuando se encuentra en la interfaz de usuario de trabajador, verá los siguientes menús:

• Instrucciones: consulte estas instrucciones antes de comenzar la tarea.

• Métodos abreviados: utilice este menú para ver los atajos de teclado que puede utilizar para 
navegar por la nube de puntos y utilizar las herramientas de anotación incluidas.

• Etiqueta: utilice este menú para modificar un cuboide. Primero, seleccione un cuboide y luego 
elija una opción de este menú. Este menú incluye herramientas de etiquetado de asistencia como 
colocar un cuboide en el suelo y ajustar automáticamente el cuboide a los límites del objeto.

• Vista: utilice este menú para activar y desactivar diferentes opciones de visualización. Por ejemplo, 
puede utilizar este menú para agregar una malla de terreno a la nube de puntos y para elegir la 
proyección de la nube de puntos.

• Nube de puntos 3D: utilice este menú para añadir atributos adicionales a los puntos de la nube 
de puntos, como el color y la intensidad de los píxeles. Tenga en cuenta que puede que estas 
opciones no estén disponibles.

Al abrir una tarea, el icono de escena de movimiento está activado y puede moverse por la nube 
de puntos con el ratón y los botones de navegación del área de nube de puntos de la pantalla. 
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Para volver a la vista original que aparece al abrir la tarea por primera vez, elija el icono de 
restablecimiento de escena. Si se restablece la vista, no se modificarán las anotaciones.

Después de seleccionar el icono de agregar cuboide, puede agregar cuboides a la visualización 
de nube de puntos 3D. Una vez que haya agregado un cuboide, puede ajustarlo en las tres vistas 
(superior, lateral y frontal) y en las imágenes (si se incluye).

Debe volver a elegir el icono de escena de movimiento para desplazarse a otra área de la imagen o 
nube de puntos 3D.

Para contraer todos los paneles de la derecha y convertir la nube de puntos 3D en pantalla completa, 
elija el icono de pantalla completa.

Si se incluyen imágenes de cámara, es posible que tenga las siguientes opciones de vista:

• C: visualice el ángulo de la cámara en una nube de puntos.

• F: visualice el tronco, o campo de visión, de la cámara utilizada para capturar esa imagen con una 
vista de nube de puntos.

• P: visualice la nube de puntos superpuesta a la imagen.

• B: visualice los cuboides de la imagen.
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En el siguiente vídeo se muestra cómo utilizar estas opciones de vista. La opción F se utiliza para ver 
el campo de visión de la cámara (el área gris), las opción C muestra la dirección hacia la cámara y el 
ángulo de la cámara (líneas azules), y la opción B se utiliza para ver el cuboide.

Guía de iconos

Utilice esta tabla para obtener información sobre los iconos que aparecen en el portal de tareas de 
trabajadores.

Icono   Descripción

agregar cuboide Elija este icono para agregar un cuboide. Cada cuboide 
que agregue se asocia con la categoría elegida.

editar cuboide Elija este icono para editar un cuboide. Después de haber 
agregado un cuboide, puede editar sus cotas, ubicación 
y orientación. Después de agregar un cuboide, cambia 
automáticamente para editar el modo cuboide.

regla Utilice este icono para medir las distancias, en metros, 
en la nube de puntos. Puede que desee utilizar esta 
herramienta si en las instrucciones se pide que anote 
todos los objetos situados a una distancia determinada 
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Icono   Descripción

del centro del cuboide o del objeto utilizado para capturar 
datos.

Al seleccionar este icono, puede colocar el punto de 
partida (primer marcador) en cualquier lugar de la nube 
de puntos seleccionándolo con el ratón. La herramienta 
utilizará automáticamente la interpolación para colocar un 
marcador en el punto más cercano a la distancia límite de 
la ubicación que seleccione; de lo contrario, el marcador 
se colocará en el suelo. Si coloca un punto de partida 
por error, puede usar la tecla Escape para revertir la 
ubicación del marcador.

Tras colocar el primer marcador, verá una línea punteada 
y una etiqueta dinámica que indica la distancia que se 
ha alejado del primer marcador. Haga clic en cualquier 
otro lugar de la nube de puntos para colocar un segundo 
marcador. Al colocar el segundo marcador, la línea 
punteada pasa a ser continua y se establece la distancia.

Tras establecer una distancia, puede editarla seleccion 
ando cualquiera de los marcadores. Para eliminar una 
regla, seleccione cualquier parte de la regla y utilice la 
tecla Supr del teclado.

restablecer 
escena

Seleccione este icono para restablecer la vista de la nube 
de puntos, los paneles laterales y, si procede, todas las 
imágenes a su posición original cuando se abrió la tarea 
por primera vez.

mover escena Seleccione este icono para mover la escena. De forma 
predeterminada, este icono se selecciona al iniciar una 
tarea por primera vez.
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Icono   Descripción

pantalla 
completa

Elija este icono para hacer que la visualización de la nube 
de puntos 3D sea de pantalla completa y para contraer 
todos los paneles laterales.

mostrar 
etiquetas

Mostrar etiquetas en la visualización de nube de puntos 
3D y, si procede, en imágenes.

ocultar etiquetas Ocultar etiquetas en la visualización de nube de puntos 
3D y, si procede, en imágenes.

eliminar 
etiquetas

Eliminar una etiqueta.

Shortcuts

Los accesos directos incluidos en el menú Shortcuts (Accesos directos) pueden ayudarle a navegar 
por la nube de puntos 3D y a utilizar herramientas para agregar y editar cuboides.

Antes de comenzar la tarea, le recomendamos que revise el menú Accesos directos y que se 
familiarice con estos comandos. Necesita usar algunos de los controles de cuboide 3D para editar su 
cuboide.

Libere, detenga, reanude y rechace tareas

Cuando abre la tarea de etiquetado, hay tres botones en la parte superior derecha que permiten 
rechazar la tarea (Rechazar tarea), liberarla (Liberar tarea) y detenerla y reanudarla posteriormente 
(Detener y reanudar más tarde). En la siguiente lista, se describe lo que ocurre al seleccionar una de 
estas opciones:

• Rechazar una tarea: solo debe rechazar una tarea si hay algún problema con ella, como un 
problema con la nube de puntos 3D, las imágenes o la interfaz de usuario. Si rechaza una tarea, 
no podrá volver a ella.

• Liberar tarea: si libera una tarea, perderá todo el trabajo realizado en ella. Cuando se libera la 
tarea, otros trabajadores de su equipo pueden aceptarla. Si un número suficiente de trabajadores 
aceptan la tarea, es posible que no pueda volver a ella. Si selecciona este botón y, a continuación, 
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selecciona Confirmar, volverá al portal de trabajadores. Si la tarea sigue disponible, su estado será
Disponible. Si otros trabajadores la aceptan, desaparecerá de su portal.

• Detener y reanudar más tarde: puede utilizar el botón Detener y reanudar más tarde para dejar de 
trabajar y volver a la tarea más adelante. Debe utilizar el botón Guardar para guardar el trabajo 
antes de seleccionar Detener y reanudar más tarde. Si selecciona este botón y, a continuación, 
selecciona Confirmar, volverá al portal de trabajadores y el estado de la tarea será Detenida. 
Puede seleccionar la misma tarea para reanudar el trabajo en ella.

Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo 
en el que deben completarse todas las tareas. Si no vuelve a realizar esta tarea y no la completa 
dentro de ese límite de tiempo, caducará y su trabajo no se enviará. Póngase en contacto con el 
administrador para obtener más información.

Guardar el trabajo y enviar

Debe guardar el trabajo realizado periódicamente. Ground Truth guardará automáticamente su 
trabajo cada 15 minutos.

Cuando abra una tarea, debe completar su trabajo antes de pulsar Submit (Enviar).

Seguimiento de objetos en nubes de puntos 3D

Utilice esta página para familiarizarse con la interfaz de usuario y las herramientas disponibles para 
completar la tarea de detección de objetos en nubes de puntos 3D.

Temas

• Su tarea

• Navegar por la interfaz de usuario

• Atributos de fotograma y categoría de etiqueta de edición masiva

• Guía de iconos

• Shortcuts

• Libere, detenga, reanude y rechace tareas

• Guardar el trabajo y enviar
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Su tarea

Cuando trabaja en una tarea de seguimiento de objetos en nubes de puntos 3D, debe seleccionar 
una categoría en el menú Anotaciones situado en el lado derecho del portal de trabajadores 
mediante el menú Categorías de etiquetas. Después de seleccionar una categoría, utilice las 
herramientas de agregar cuboide y ajustar cuboide para ajustar un cuboide alrededor de los objetos 
de la nube de puntos 3D a la que se aplica esta categoría. Después de colocar un cuboide, puede 
modificar su ubicación, cotas y orientación directamente en la nube de puntos y en los tres paneles 
que se muestran a la derecha. Si ve una o más imágenes en el portal de trabajadores, también 
puede modificar los cuboides en las imágenes o en la nube de puntos 3D y las ediciones aparecerán 
en el otro medio.

Important

Si ve que ya se han agregado cuboides a los fotogramas de nube de puntos 3D al abrir la 
tarea, ajuste esos cuboides y añada cuboides adicionales según sea necesario.

Para editar un cuboide, incluido el movimiento, la reorientación y el cambio de cotas del cuboide, 
debe utilizar teclas de acceso directo. Puede ver una lista completa de teclas de acceso directo en el 
menú Shortcuts (Accesos directos) de la interfaz de usuario. Las siguientes son combinaciones de 
teclas importantes con las que debe familiarizarse antes de comenzar la tarea de etiquetado.

Comando de Mac Comando de Windows Acción

Cmd + Arrastrar Ctrl + Arrastrar Modificar las dimensiones del 
cuboide.

Opción + Arrastrar Alt + Arrastrar Mover el cuboide.

Mayús + Arrastrar Mayús + Arrastrar Girar el cuboide.

Opción + O Alt + O Colocar el cuboide firmement 
e alrededor de los puntos en 
los que se ha dibujado. Antes 
de usar la opción, asegúrese 
de que el cuboide rodee 
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Comando de Mac Comando de Windows Acción

completamente el objeto de 
interés.

Opción + G Alt + G Poner el cuboide en el suelo.

Cuando abra la tarea, se cargarán dos fotogramas. Si la tarea incluye más de dos fotogramas, 
debe utilizar la barra de navegación en la esquina inferior izquierda o el icono de cargar marco para 
cargar fotogramas adicionales. Debe anotar y ajustar las etiquetas en todos los fotogramas antes de 
enviarlos.

Después de ajustar un cuboide firmemente alrededor de los límites de un objeto, desplácese a otro 
fotograma utilizando la barra de navegación situada en la esquina inferior derecha de la interfaz de 
usuario. Si ese mismo objeto se ha movido a una nueva ubicación, agregue otro cuboide y ajústelo 
firmemente alrededor de los límites del objeto. Cada vez que agregue manualmente un cuboide, verá 
que la barra de secuencia de fotogramas en la esquina inferior izquierda de la pantalla se vuelve roja 
en el punto en el que dicho fotograma se encuentra temporalmente en la secuencia.

Su interfaz de usuario deduce automáticamente la ubicación de ese objeto en todas los demás 
fotogramas después de haber colocado un cuboide. Esto se denomina interpolación. Puede ver el 
movimiento de ese objeto, y los cúboides inferidos y creados manualmente utilizando las flechas. 
Ajuste los cuboides inferidos según sea necesario. El siguiente vídeo muestra cómo navegar entre 
fotogramas. El siguiente vídeo muestra, si agrega un cuboide en un fotograma y luego lo ajusta en 
otro, cómo la interfaz de usuario detendrá automáticamente la ubicación del cuboide en todos los 
fotogramas intermedios.
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Tip

Puede desactivar la interpolación automática en forma de cuboide entre los fotogramas 
mediante el elemento de menú Nube de puntos 3D. Seleccione Nube de puntos 3D en el 
menú superior y, a continuación, seleccione Interpolar cuboides entre fotogramas. Esto 
desmarcará esta opción y detendrá la interpolación de cuboides. Puede volver a seleccionar 
este elemento para volver a activar la interpolación de cuboides.
Si se desactiva la interpolación de cuboides, no se verán afectados los cuboides que ya se 
hayan interpolado entre fotogramas.

Las etiquetas individuales pueden tener uno o más atributos de etiqueta. Si una etiqueta tiene un 
atributo de etiqueta asociado, aparecerá al seleccionar la flecha que apunta hacia abajo situada junto 
a la etiqueta en el menú ID de etiqueta. Rellene los valores obligatorios para todos los atributos de la 
etiqueta.

Puede ver los atributos del fotograma en el menú ID de etiqueta. Estos atributos aparecerán en cada 
fotograma de la tarea. Utilice estas solicitudes de atributos para introducir información adicional sobre 
cada fotograma.
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Navegar por la interfaz de usuario

Puede navegar por la escena 3D utilizando el teclado y el ratón. Puede hacer lo siguiente:

• Hacer doble clic en objetos específicos de la nube de puntos para ampliarlos.

• Puede usar las teclas [ y ] del teclado para ampliar la pantalla y pasar de una etiqueta a otra. Si no 
hay ninguna etiqueta seleccionada, al seleccionar [ o ], la interfaz de usuario ampliará la primera 
etiqueta de la lista ID de etiquetas.

• Utilizar un desplazamiento del ratón o un panel táctil para acercar y alejar la nube de puntos.

• Utilizar las teclas de flecha del teclado y las teclas Q, E, A y D para moverse hacia arriba, abajo, 
izquierda y derecha. Utilizar las teclas del teclado W y S para acercar y alejar.

Una vez que coloque un cuboide en la escena 3D, aparecerá una vista lateral con tres vistas 
proyectadas: superior, lateral y posterior. Estas vistas laterales muestran puntos dentro y alrededor 
del cuboide colocado y ayudan a los trabajadores a ajustar con precisión los límites del cuboide en 
esa área. Los trabajadores pueden acercar y alejar cada una de esas vistas laterales con el ratón.
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El siguiente vídeo muestra los movimientos alrededor de la nube de puntos 3D y en la vista lateral.

Cuando se encuentra en la interfaz de usuario de trabajador, verá los siguientes menús:

• Instrucciones: consulte estas instrucciones antes de comenzar la tarea.

• Métodos abreviados: utilice este menú para ver los atajos de teclado que puede utilizar para 
navegar por la nube de puntos y utilizar las herramientas de anotación incluidas.

• Etiqueta: utilice este menú para modificar un cuboide. Primero, seleccione un cuboide y luego 
elija una opción de este menú. Este menú incluye herramientas de etiquetado de asistencia como 
colocar un cuboide en el suelo y ajustar automáticamente el cuboide a los límites del objeto.

• Vista: utilice este menú para activar y desactivar diferentes opciones de visualización. Por ejemplo, 
puede utilizar este menú para agregar una malla de terreno a la nube de puntos y para elegir la 
proyección de la nube de puntos.

• Nube de puntos 3D: utilice este menú para añadir atributos adicionales a los puntos de la nube 
de puntos, como el color y la intensidad de los píxeles. Tenga en cuenta que puede que estas 
opciones no estén disponibles.

Al abrir una tarea, el icono de escena de movimiento está activado y puede moverse por la nube 
de puntos con el ratón y los botones de navegación del área de nube de puntos de la pantalla. 
Para volver a la vista original que aparece al abrir la tarea por primera vez, elija el icono de 
restablecimiento de escena.
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Después de seleccionar el icono de agregar cuboide, puede agregar cuboides a la nube de puntos 
y a las imágenes (si se incluyen). Debe volver a seleccionar el icono de movimiento de escena para 
desplazarse a otra área de la imagen o nube de puntos 3D.

Para contraer todos los paneles de la derecha y convertir la nube de puntos 3D en pantalla completa, 
elija el icono de pantalla completa.

Si se incluyen imágenes de cámara, es posible que tenga las siguientes opciones de vista:

• C: visualice el ángulo de la cámara en una nube de puntos.

• F: visualice el tronco, o campo de visión, de la cámara utilizada para capturar esa imagen con una 
vista de nube de puntos.

• P: visualice la nube de puntos superpuesta a la imagen.

• B: visualice los cuboides de la imagen.

En el siguiente vídeo se muestra cómo utilizar estas opciones de vista. La opción F se utiliza para ver 
el campo de visión de la cámara (el área gris), las opción C muestra la dirección hacia la cámara y el 
ángulo de la cámara (líneas azules), y la opción B se utiliza para ver el cuboide.

Elimine cuboides

Puede seleccionar un cuboide o un identificador de etiqueta y:

• Eliminar un cuboide individual del fotograma actual que está viendo.
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• Eliminar todos los cuboides con ese identificador de etiqueta antes o después del fotograma que 
está viendo.

• Eliminar todos los cuboides con ese identificador de etiqueta en todos los fotogramas.

Un caso de uso común para la eliminación de cuboides es cuando el objeto abandona la escena.

Puede utilizar una o más de estas opciones para eliminar los cuboides colocados manualmente y los 
interpolados con el mismo identificador de etiqueta.

• Para eliminar todos los cuboides que estén antes o después del fotograma en el que se encuentra 
actualmente, seleccione el cuboide, seleccione el elemento del menú Etiqueta en la parte superior 
de la interfaz de usuario y, a continuación, seleccione Eliminar de los fotogramas anteriores o
Eliminar de los fotogramas siguientes. Utilice el menú de accesos directos para ver los accesos 
directos del teclado que puede utilizar para estas opciones.

• Para eliminar una etiqueta en todos los fotogramas, seleccione Eliminar en todos los fotogramas
en el menú Etiquetas o utilice la combinación de teclas Mayús + Supr del teclado.

• Para eliminar un cuboide individual de un solo fotograma, selecciónelo y luego seleccione el icono 
de la papelera 

( ) 
situado junto a ese identificador de etiqueta en la barra lateral ID de etiqueta de la derecha, o 
utilice la tecla Supr del teclado para eliminar dicho cuboide.

Si ha colocado manualmente más de un cuboide con la misma etiqueta en fotogramas diferentes, 
al eliminar uno de los cuboides que ha colocado manualmente, se ajustarán todos los cuboides 
interpolados. Este ajuste se produce porque la interfaz de usuario utiliza los cuboides colocados 
manualmente como puntos de anclaje al calcular la ubicación del cuboide interpolado. Al eliminar 
uno de estos puntos de anclaje, la interfaz de usuario debe volver a calcular la posición de los 
cuboides interpolados.

Si elimina un cuboide de un fotograma, pero después decide que quiere recuperarlo, puede utilizar 
las opciones Duplicar en los fotogramas anteriores o Duplicar en los fotogramas siguientes del menú
Etiqueta para copiar el cuboide en todos los fotogramas anteriores o siguientes, respectivamente.

Atributos de fotograma y categoría de etiqueta de edición masiva

Puede editar de forma masiva los atributos de etiqueta y los atributos de fotograma.
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Cuando edita un atributo de forma masiva, se especifican uno o más intervalos de fotogramas a 
los que se desea aplicar la edición. El atributo que seleccione se edita en todos los fotogramas de 
ese intervalo, incluidos los fotogramas inicial y final que especifique. Al editar de forma masiva los 
atributos de etiqueta, el intervalo que especifique debe contener la etiqueta a la que está asociado el 
atributo de etiqueta. Si especifica fotogramas que no contienen esta etiqueta, se producirá un error.

Para editar un atributo de forma masiva, primero debe especificar el valor deseado para el atributo. 
Por ejemplo, si desea cambiar un atributo de Sí a No, debe seleccionar No y, a continuación, realizar 
la edición masiva.

También puede especificar un nuevo valor para un atributo que no se haya rellenado y, a 
continuación, utilizar la característica de edición masiva para rellenar ese valor en varios fotogramas. 
Para ello, seleccione el valor deseado para el atributo y complete el siguiente procedimiento.

Para editar de forma masiva una etiqueta o un atributo:

1. Use el ratón para hacer clic con el botón derecho del ratón en el atributo que desea editar de 
forma masiva.

2. Especifique el intervalo de fotogramas al que desea aplicar la edición masiva utilizando un guion 
(-) en el cuadro de texto. Por ejemplo, si desea aplicar la edición a los fotogramas del uno al 
diez, introduzca 1-10. Si desea aplicar la edición a los fotogramas del dos al cinco, del ocho al 
diez y veinte, introduzca 2-5,8-10,20.

3. Seleccione Confirmar.

Si recibe un mensaje de error, compruebe que ha introducido un intervalo válido y que la etiqueta 
asociada al atributo de etiqueta que está editando (si corresponde) existe en todos los fotogramas 
especificados.

Puede añadir rápidamente una etiqueta a todos los fotogramas anteriores o subsiguientes con las 
opciones Duplicar en los fotograma anteriores y Duplicar en los fotogramas siguientes del menú
Etiqueta, en la parte superior de la pantalla.

Guía de iconos

Utilice esta tabla para obtener información sobre los iconos que aparecen en el portal de tareas de 
trabajadores.
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Icono   Descripción

agregar cuboide Elija este icono para agregar un cuboide. Cada cuboide 
que agregue se asocia con la categoría elegida.

editar cuboide Elija este icono para editar un cuboide. Después de 
agregar un cuboide, puede editar sus cotas, ubicación 
y orientación. Después de agregar un cuboide, cambia 
automáticamente para editar el modo cuboide.

regla Utilice este icono para medir las distancias, en metros, 
en la nube de puntos. Puede que desee utilizar esta 
herramienta si en las instrucciones se pide que anote 
todos los objetos situados a una distancia determinada 
del centro del cuboide o del objeto utilizado para capturar 
datos.

Al seleccionar este icono, puede colocar el punto de 
partida (primer marcador) en cualquier lugar de la nube 
de puntos seleccionándolo con el ratón. La herramienta 
utilizará automáticamente la interpolación para colocar un 
marcador en el punto más cercano a la distancia límite de 
la ubicación que seleccione; de lo contrario, el marcador 
se colocará en el suelo. Si coloca un punto de partida 
por error, puede usar la tecla Escape para revertir la 
ubicación del marcador.

Tras colocar el primer marcador, verá una línea punteada 
y una etiqueta dinámica que indica la distancia que se 
ha alejado del primer marcador. Haga clic en cualquier 
otro lugar de la nube de puntos para colocar un segundo 
marcador. Al colocar el segundo marcador, la línea 
punteada pasa a ser continua y se establece la distancia.

Tras establecer una distancia, puede editarla seleccion 
ando cualquiera de los marcadores. Para eliminar una 
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Icono   Descripción

regla, seleccione cualquier parte de la regla y utilice la 
tecla Supr del teclado.

restablecer 
escena

Seleccione este icono para restablecer la vista de la nube 
de puntos, los paneles laterales y, si procede, todas las 
imágenes a su posición original cuando se abrió la tarea 
por primera vez.

mover escena Seleccione este icono para mover la escena. De forma 
predeterminada, este icono se selecciona al iniciar una 
tarea por primera vez.

pantalla 
completa

Elija este icono para hacer que la visualización de la nube 
de puntos 3D sea de pantalla completa y para contraer 
todos los paneles laterales.

cargar fotograma 
s

Elija este icono para cargar fotogramas adicionales.

ocultar etiquetas Ocultar etiquetas en la visualización de nube de puntos 
3D y, si procede, en imágenes.

mostrar 
etiquetas

Mostrar etiquetas en la visualización de nube de puntos 
3D y, si procede, en imágenes.

eliminar 
etiquetas

Eliminar una etiqueta. Esta opción sólo se puede utilizar 
para eliminar etiquetas que haya creado o ajustado 
manualmente.

Shortcuts

Los accesos directos incluidos en el menú Shortcuts (Accesos directos) pueden ayudarle a navegar 
por la nube de puntos 3D y a utilizar herramientas para agregar y editar cuboides.
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Antes de comenzar la tarea, le recomendamos que revise el menú Accesos directos y que se 
familiarice con estos comandos. Necesita usar algunos de los controles de cuboide 3D para editar su 
cuboide.

Libere, detenga, reanude y rechace tareas

Cuando abre la tarea de etiquetado, hay tres botones en la parte superior derecha que permiten 
rechazar la tarea (Rechazar tarea), liberarla (Liberar tarea) y detenerla y reanudarla posteriormente 
(Detener y reanudar más tarde). En la siguiente lista, se describe lo que ocurre al seleccionar una de 
estas opciones:

• Rechazar una tarea: solo debe rechazar una tarea si hay algún problema con ella, como un 
problema con las nubes de puntos 3D, las imágenes o la interfaz de usuario. Si rechaza una tarea, 
no podrá volver a ella.

• Liberar tarea: utilice esta opción para liberar una tarea y permitir que otros trabajen en ella. 
Cuando libera una tarea, pierde todo el trabajo realizado en ella y los demás miembros de su 
equipo pueden aceptarla. Si un número suficiente de trabajadores aceptan la tarea, es posible 
que no pueda volver a ella. Si selecciona este botón y, a continuación, selecciona Confirmar, 
volverá al portal de trabajadores. Si la tarea sigue disponible, su estado será Disponible. Si otros 
trabajadores la aceptan, desaparecerá de su portal.

• Detener y reanudar más tarde: puede utilizar el botón Detener y reanudar más tarde para dejar de 
trabajar y volver a la tarea más adelante. Debe utilizar el botón Guardar para guardar el trabajo 
antes de seleccionar Detener y reanudar más tarde. Si selecciona este botón y, a continuación, 
selecciona Confirmar, volverá al portal de trabajadores y el estado de la tarea será Detenida. 
Puede seleccionar la misma tarea para reanudar el trabajo en ella.

Tenga en cuenta que la persona que crea las tareas de etiquetado especifica un límite de tiempo 
en el que deben completarse todas las tareas. Si no vuelve a realizar esta tarea y no la completa 
dentro de ese límite de tiempo, caducará y su trabajo no se enviará. Póngase en contacto con el 
administrador para obtener más información.

Guardar el trabajo y enviar

Debe guardar el trabajo realizado periódicamente. Ground Truth guardará automáticamente su 
trabajo cada 15 minutos.

Cuando abra una tarea, debe completar su trabajo antes de pulsar Submit (Enviar).
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Verificar y ajustar etiquetas

Cuando es necesario validar las etiquetas de un conjunto de datos, Amazon SageMaker Ground 
Truth proporciona una funcionalidad para que los trabajadores puedan comprobar que las etiquetas 
son correctas o para ajustar etiquetas anteriores.

Estos tipos de trabajos se estructuran en dos categorías distintas:

• Verificación de etiquetas: los trabajadores indican si las etiquetas existentes son correctas o 
valoran su calidad y pueden añadir comentarios para explicar su razonamiento. Los trabajadores 
no podrán modificar ni ajustar etiquetas.

Si crea un trabajo de ajuste o verificación de etiquetas en fotogramas de vídeo o nubes de puntos 
3D, puede hacer que los trabajadores puedan editar los atributos de categorías de etiquetas (no se 
admite en segmentación semántica en nubes de puntos 3D) y los atributos de fotogramas.

• Ajuste de etiquetas: los trabajadores ajustan anotaciones anteriores y, en su caso, atributos de 
categorías de etiquetas y fotogramas para corregirlos.

Los siguientes tipos de tareas integradas de Ground Truth admiten trabajos de etiquetado de ajuste y 
verificación:

• Cuadro delimitador

• Segmentación semántica

• Detección de objetos en nubes de puntos 3D, seguimiento de objetos en nubes de puntos 3D y 
segmentación semántica en nubes de puntos 3D

• Todos los tipos de tareas de detección de objetos en fotogramas de vídeo y seguimiento de 
objetos en fotogramas de vídeo (cuadro delimitador, polilínea, polígono y punto clave)

Tip

Para los trabajos de verificación del etiquetado en fotogramas de vídeo y nubes de puntos 3D 
se recomienda añadir nuevos atributos de categorías de etiquetas o atributos de fotogramas 
al trabajo de etiquetado. Los trabajadores pueden utilizar estos atributos para verificar 
etiquetas individuales o todo el fotograma. Para obtener más información sobre los atributos 
de categorías de etiquetas y fotogramas, consulte Interfaz de usuario (IU) del trabajador
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sobre nubes de puntos 3D y Interfaz de usuario (IU) del trabajador sobre fotogramas de 
vídeo.

Puede iniciar trabajos de verificación y ajuste de etiquetas con la API o la consola de SageMaker.

Temas

• Requisitos para crear trabajos de etiquetado de verificación y ajuste

• Crear un trabajo de verificación de etiquetas (consola)

• Crear un trabajo de ajuste de etiquetas (consola)

• Iniciar un trabajo de verificación o ajuste de etiquetas (API)

• Datos de ajuste y verificación de etiquetas en el manifiesto de salida

• Precauciones y consideraciones

Requisitos para crear trabajos de etiquetado de verificación y ajuste

Para crear un trabajo de verificación o ajuste de etiquetas, se deben cumplir los siguientes criterios.

• Para trabajos de etiquetado que no sean en streaming: el archivo de manifiesto de entrada 
que utilice debe contener el nombre del atributo de etiqueta (LabelAttributeName) de las 
etiquetas que desee ajustar. Cuando encadena un trabajo de etiquetado que se ha completado 
correctamente, el archivo de manifiesto de salida se utiliza como archivo de manifiesto de entrada 
para el nuevo trabajo encadenado. Para obtener más información sobre el formato del archivo de 
manifiesto de salida que Ground Truth produce para cada tipo de tarea, consulte Datos de salida.

Para trabajos de etiquetado en streaming: el mensaje de Amazon SNS que usted envió al tema 
de entrada de Amazon SNS del trabajo de etiquetado de ajuste o verificación debe contener 
el nombre del atributo de las etiquetas que desea ajustar o verificar. Para ver un ejemplo de 
cómo puede crear un trabajo de etiquetado de ajuste o verificación con trabajos de etiquetado en 
streaming, consulte este ejemplo de cuaderno de Jupyter en GitHub.

• El tipo de tarea del trabajo de etiquetado de verificación o ajuste debe ser el mismo que el del 
trabajo original, a menos que esté utilizando el tipo de tarea Verificación de etiquetas de imagen
para verificar etiquetas de imagen de cuadros delimitadores o segmentación semántica. Consulte 
el siguiente punto para obtener más información sobre los requisitos de tipos de tareas en 
fotogramas de vídeo.
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• Para los trabajos de verificación y ajuste de anotaciones en fotogramas de vídeo debe utilizar 
el mismo tipo de tarea de anotación que se utilizó para crear las anotaciones del trabajo de 
etiquetado anterior. Por ejemplo, si crea un trabajo de detección de objetos en fotogramas de 
vídeo para que los trabajadores tracen cuadros delimitadores alrededor de los objetos y, a 
continuación, crea un trabajo de ajuste de detección de objetos en vídeo, debe especificar los
cuadros delimitadores como tipo de tarea de anotación. Para obtener más información sobre tipos 
de tareas de anotación en fotogramas de vídeo, consulte Tipos de tareas.

• El tipo de tarea que seleccione para el trabajo de etiquetado de ajuste o verificación debe 
ser compatible con un flujo de trabajo de auditoría. Los siguientes tipos de tareas integradas
de Ground Truth admiten tareas de etiquetado de ajuste y verificación: cuadro delimitador, 
segmentación semántica, detección de objetos en nubes de puntos 3D, seguimiento de objetos en 
nubes de puntos 3D y segmentación semántica en nubes de puntos 3D, y todos los tipos de tareas 
de detección de objetos en fotogramas de vídeo y seguimiento de objetos en fotogramas de vídeo: 
cuadro delimitador, polilínea, polígono y punto clave.

Crear un trabajo de verificación de etiquetas (consola)

Los trabajos de etiquetado de segmentación semántica y cuadros delimitadores se crean 
seleccionando el tipo de tarea Verificación de etiquetas en la consola. Para crear un trabajo de 
verificación para tipos de tareas en nubes de puntos 3D y fotogramas de vídeo debe elegir el mismo 
tipo de tarea que el trabajo de etiquetado original y mostrar las etiquetas existentes. Utilice una de las 
siguientes secciones para crear un trabajo de verificación de etiquetas para el tipo de tarea.

Temas

• Crear un trabajo de verificación de etiquetas de imagen (consola)

• Crear un trabajo de verificación de etiquetas en fotogramas de vídeo o nubes de puntos (consola)

Crear un trabajo de verificación de etiquetas de imagen (consola)

Utilice el siguiente procedimiento para crear un trabajo de verificación de cuadro delimitador o 
segmentación semántica mediante la consola. En este procedimiento se da por sentado que ya ha 
creado un trabajo de etiquetado de segmentación semántica o cuadro delimitador y que su estado es 
Completo. Este es el trabajo de etiquetado que produce las etiquetas que desea verificar.
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Para crear un trabajo de verificación de etiquetas de imagen:

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/ y elija Trabajos 
de etiquetado.

2. Puede iniciar un nuevo trabajo de etiquetado encadenando un trabajo anterior o comenzar 
desde cero especificando un manifiesto de entrada que contenga objetos de datos etiquetados.

3. En el panel Tipos de tarea, Verificación de etiquetas.

4. Elija Siguiente.

5. En la sección Empleados elija el tipo de personal que desea utilizar. Para obtener más 
información sobre las opciones de personal, consulte Creación y gestión de personal.

6. (Opcional) Después de seleccionar el personal, especifique el Tiempo de espera de tareas y el
Tiempo de vencimiento de la tarea.

7. En el panel Opciones de visualización de etiquetas existentes, el sistema mostrará los nombres 
de atributos de etiquetas disponibles en el manifiesto. Elija el nombre del atributo de etiquetas 
que identifica las etiquetas que desea que verifiquen los trabajadores. Ground Truth intenta 
detectar y rellenar estos valores analizando el manifiesto, pero es posible que deba establecer el 
valor correcto.

8. Utilice las áreas de instrucciones del diseñador de herramientas para proporcionar contexto 
sobre qué se pidió que hicieran los etiquetadores anteriores y qué deben comprobar los 
verificadores actuales.

Puede añadir nuevas etiquetas que los trabajadores seleccionan para verificar. Por ejemplo, 
puede pedir a los trabajadores que verifiquen la calidad de la imagen y que proporcionen las 
etiquetas Clara y Borrosa. Los trabajadores también tendrán la opción de añadir un comentario 
para explicar su selección.

9. Elija la opción Obtener vista previa para comprobar si la herramienta muestra las etiquetas 
anteriores y presenta claramente la tarea de verificación de etiquetas.

10. Seleccione Crear. Se creará e iniciará el trabajo de etiquetado.

Crear un trabajo de verificación de etiquetas en fotogramas de vídeo o nubes de puntos (consola)

Utilice el siguiente procedimiento para crear un trabajo de verificación en nubes de puntos 3D o 
fotogramas de vídeo mediante la consola. En este procedimiento se presupone que ya ha creado un 
trabajo de etiquetado con el tipo de tarea que produce los tipos de etiquetas que desea verificar y 
que su estado es Completo.
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Para crear un trabajo de verificación de etiquetas de imagen:

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/ y elija Trabajos 
de etiquetado.

2. Puede iniciar un nuevo trabajo de etiquetado encadenando un trabajo anterior o comenzar 
desde cero especificando un manifiesto de entrada que contenga objetos de datos etiquetados.

3. En el panel Tipo de tarea, seleccione el mismo tipo de tarea que el trabajo de etiquetado que 
ha encadenado. Por ejemplo, si el trabajo de etiquetado original era un trabajo de etiquetado de 
puntos clave para detección de objetos en fotogramas de vídeo, seleccione ese tipo de tarea.

4. Elija Siguiente.

5. En la sección Empleados elija el tipo de personal que desea utilizar. Para obtener más 
información sobre las opciones de personal, consulte Creación y gestión de personal.

6. (Opcional) Después de seleccionar el personal, especifique el Tiempo de espera de tareas y el
Tiempo de vencimiento de la tarea.

7. Active el conmutador situado junto a Mostrar las etiquetas existentes.

8. Seleccione Verificación.

9. En Nombre de atributo de la etiqueta, seleccione el nombre del manifiesto que corresponda a 
las etiquetas que desea mostrar para verificación. Solo aparecerán los nombres de atributos 
de etiquetas que coincidan con el tipo de tarea que seleccionó en la pantalla anterior. Ground 
Truth intenta detectar y rellenar estos valores analizando el manifiesto, pero es posible que deba 
establecer el valor correcto.

10. Utilice las áreas de instrucciones del diseñador de herramientas para proporcionar contexto 
sobre qué se pidió que hicieran los etiquetadores anteriores y qué deben comprobar los 
verificadores actuales.

No se pueden modificar ni añadir etiquetas. Puede quitar, modificar y agregar nuevos atributos 
de categorías de etiquetas, o de fotogramas. Se recomienda añadir nuevos atributos de 
categorías de etiquetas o atributos de fotogramas al trabajo de etiquetado. Los trabajadores 
pueden utilizar estos atributos para verificar etiquetas individuales o todo el fotograma.

De forma predeterminada, los trabajadores no pueden editar atributos de categorías de etiquetas 
ni atributos de fotogramas preexistentes. Si desea que un atributo de categorías de etiquetas o 
de fotograma sea editable, active la casilla de verificación Permitir a los trabajadores editar este 
atributo correspondiente a ese atributo.
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Para obtener más información sobre los atributos de categorías de etiquetas y fotogramas, 
consulte Interfaz de usuario (IU) del trabajador sobre nubes de puntos 3D y Interfaz de usuario 
(IU) del trabajador sobre fotogramas de vídeo.

11. Elija la opción Obtener vista previa para comprobar si la herramienta muestra las etiquetas 
anteriores y presenta claramente la tarea de verificación de etiquetas.

12. Seleccione Crear. Se creará e iniciará el trabajo de etiquetado.

Crear un trabajo de ajuste de etiquetas (consola)

Utilice una de las siguientes secciones para crear un trabajo de verificación de etiquetas para el tipo 
de tarea.

Temas

• Crear un trabajo de ajuste de etiquetas de imagen (consola)

• Crear un trabajo de ajuste de etiquetas en fotogramas de vídeo o nubes de puntos (consola)

Crear un trabajo de ajuste de etiquetas de imagen (consola)

Utilice el siguiente procedimiento para crear un trabajo de etiquetado de ajuste de cuadro delimitador 
o segmentación semántica mediante la consola. En este procedimiento se da por sentado que ya ha 
creado un trabajo de etiquetado de segmentación semántica o cuadro delimitador y que su estado es 
Completo. Este es el trabajo de etiquetado que produce las etiquetas que desea ajustar.

Para crear un trabajo de ajuste de etiquetas de imagen (consola)

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/ y elija Trabajos 
de etiquetado.

2. Puede iniciar un nuevo trabajo de etiquetado encadenando un trabajo anterior o comenzar 
desde cero especificando un manifiesto de entrada que contenga objetos de datos etiquetados.

3. Elija el mismo tipo de tarea que el trabajo de etiquetado original.

4. Elija Siguiente.

5. En la sección Empleados elija el tipo de personal que desea utilizar. Para obtener más 
información sobre las opciones de personal, consulte Creación y gestión de personal.

6. (Opcional) Después de seleccionar el personal, especifique el Tiempo de espera de tareas y el
Tiempo de vencimiento de la tarea.
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7. Amplíe Opciones de visualización de etiquetas existentes seleccionando la flecha situada junto 
al título.

8. Active la casilla situada junto a Deseo mostrar las etiquetas existentes del conjunto de datos de 
este trabajo.

9. En Nombre de atributo de la etiqueta, seleccione el nombre del manifiesto que corresponda a las 
etiquetas que desea mostrar para ajuste. Solo aparecerán los nombres de atributos de etiquetas 
que coincidan con el tipo de tarea que seleccionó en la pantalla anterior. Ground Truth intenta 
detectar y rellenar estos valores analizando el manifiesto, pero es posible que deba establecer el 
valor correcto.

10. Utilice las áreas de instrucciones del diseñador de herramientas para proporcionar contexto 
acerca de lo que se encargó a los etiquetadores anteriores y lo que los verificadores actuales 
deben comprobar y ajustar.

11. Elija Obtener vista previa para comprobar que la herramienta muestra las etiquetas 
correctamente y presenta la tarea con claridad.

12. Seleccione Crear. Se creará e iniciará el trabajo de etiquetado.

Crear un trabajo de ajuste de etiquetas en fotogramas de vídeo o nubes de puntos (consola)

Utilice el siguiente procedimiento para crear un trabajo de ajuste en nubes de puntos 3D o 
fotogramas de vídeo mediante la consola. En este procedimiento se presupone que ya ha creado un 
trabajo de etiquetado con el tipo de tarea que produce los tipos de etiquetas que desea verificar y 
que su estado es Completo.

Para crear un trabajo de ajuste de etiquetas en fotogramas de vídeo o nubes de puntos 3D (consola)

1. Abra la consola de SageMaker: https://console.aws.amazon.com/sagemaker/ y elija Trabajos de 
etiquetado.

2. Puede iniciar un nuevo trabajo de etiquetado encadenando un trabajo anterior o comenzar 
desde cero especificando un manifiesto de entrada que contenga objetos de datos etiquetados.

3. Elija el mismo tipo de tarea que el trabajo de etiquetado original.

4. Active el conmutador situado junto a Mostrar las etiquetas existentes.

5. Seleccione Ajuste.

6. En Nombre de atributo de la etiqueta, seleccione el nombre del manifiesto que corresponda a las 
etiquetas que desea mostrar para ajuste. Solo aparecerán los nombres de atributos de etiquetas 
que coincidan con el tipo de tarea que seleccionó en la pantalla anterior. Ground Truth intenta 
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detectar y rellenar estos valores analizando el manifiesto, pero es posible que deba establecer el 
valor correcto.

7. Utilice las áreas de instrucciones del diseñador de herramientas para proporcionar contexto 
sobre qué fue lo que se pidió a los etiquetadores anteriores que hicieran y lo que los ajustadores 
actuales deben comprobar.

No puede eliminar ni modificar etiquetas existentes, pero puede añadir etiquetas nuevas. Puede 
quitar, modificar y agregar nuevos atributos de categorías de etiquetas, o de fotogramas.

De forma predeterminada, los trabajadores podrán editar los atributos de las categorías de 
etiquetas y los atributos de fotogramas preexistentes. Si desea que un atributo de categorías de 
etiquetas o de fotogramas no se pueda editar, desactive la casilla de verificación Permitir a los 
trabajadores editar este atributo correspondiente a ese atributo.

Para obtener más información sobre los atributos de categorías de etiquetas y fotogramas, 
consulte Interfaz de usuario (IU) del trabajador sobre nubes de puntos 3D y Interfaz de usuario 
(IU) del trabajador sobre fotogramas de vídeo.

8. Elija Obtener vista previa para comprobar que la herramienta muestra las etiquetas 
correctamente y presenta la tarea con claridad.

9. Seleccione Crear. Se creará e iniciará el trabajo de etiquetado.

Iniciar un trabajo de verificación o ajuste de etiquetas (API)

Puede iniciar un trabajo de verificación o ajuste de etiquetas encadenando un trabajo completado 
correctamente o iniciando desde cero un nuevo trabajo con la operación CreateLabelingJob. El 
procedimiento es prácticamente el mismo que para configurar un nuevo trabajo de etiquetado con
CreateLabelingJob, salvo algunas modificaciones. Utilice las siguientes secciones para saber 
qué modificaciones son necesarias para encadenar un trabajo de etiquetado y crear un trabajo de 
etiquetado de ajuste o verificación.

Cuando crea un trabajo de etiquetado de ajuste o verificación mediante la API de Ground Truth,
debe utilizar un LabelAttributeName diferente del trabajo de etiquetado original. El trabajo de 
etiquetado original es el trabajo que se utiliza para crear las etiquetas que desea ajustar o verificar.

Important

El archivo de configuración de categorías de etiquetas que identifique para un trabajo de 
ajuste o verificación en LabelCategoryConfigS3Uri de CreateLabelingJob debe 

Verificar y ajustar etiquetas 1558

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html#SageMaker-CreateLabelingJob-request-LabelCategoryConfigS3Uri


Amazon SageMaker Guía para desarrolladores

contener las mismas etiquetas que se utilizan en el trabajo de etiquetado original. Puede 
añadir etiquetas nuevas. Para los trabajos de fotogramas de vídeo y nubes de puntos 3D, 
puede añadir nuevos atributos de categorías de etiquetas y de fotogramas al archivo de 
configuración de categorías de etiquetas.

Cuadro delimitador y segmentación semántica

Si desea crear un trabajo de verificación o ajuste de etiquetas de cuadro delimitador o segmentación 
semántica, utilice las siguientes directrices para especificar los atributos de la API para la operación
CreateLabelingJob.

• Utilice el parámetro LabelAttributeName para especificar el nombre de salida que desea 
utilizar con las etiquetas verificadas o ajustadas. Debe utilizar un LabelAttributeName diferente 
al utilizado para el trabajo de etiquetado original.

• Si va a encadenar el trabajo, las etiquetas del trabajo de etiquetado anterior que se van a ajustar 
o verificar se especificarán en la plantilla de interfaz de usuario personalizada. Para obtener 
información sobre cómo crear una plantilla personalizada, consulte Crear plantillas de tareas de 
trabajador personalizadas.

Identifique la ubicación de la plantilla de la interfaz de usuario en el parámetro
UiTemplateS3Uri. SageMaker proporciona widgets que puede utilizar en la plantilla 
personalizada para mostrar etiquetas antiguas. Utilice el atributo initial-value en uno de 
los siguientes elementos crowd para extraer las etiquetas que necesitan verificación o ajuste e 
incluirlas en la plantilla de tareas:

• crowd-semantic-segmentation: utilice este elemento crowd en la plantilla de tareas de la interfaz 
de usuario personalizada para especificar las etiquetas de segmentación semántica que se 
deben verificar o ajustar.

• crowd-bounding-box: utilice este elemento crowd en la plantilla de tareas de la interfaz de 
usuario personalizada para especificar las etiquetas de cuadro delimitador que se deben 
verificar o ajustar.

• El parámetro LabelCategoryConfigS3Uri debe contener las mismas categorías de etiquetas 
que el trabajo de etiquetado anterior.

• Utilice los ARN de Lambda de verificación o ajuste de cuadro delimitador o segmentación 
semántica para PreHumanTaskLambdaArn y AnnotationConsolidationLambdaArn:
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• Para cuadro delimitador, los ARN de la función de Lambda de trabajo de etiquetado de ajuste 
terminan en AdjustmentBoundingBox y los ARN de la función de Lambda de verificación 
terminan en VerificationBoundingBox.

• Para segmentación semántica, los ARN de la función de Lambda de trabajo de etiquetado de 
ajuste terminan en AdjustmentSemanticSegmentation y los ARN de la función de Lambda 
de verificación terminan en VerificationSemanticSegmentation.

Nube de puntos 3D y fotograma de vídeo

• Utilice el parámetro LabelAttributeName para especificar el nombre de salida que desea 
utilizar con las etiquetas verificadas o ajustadas. Debe utilizar un LabelAttributeName diferente 
al utilizado para el trabajo de etiquetado original.

• Debe utilizar la interfaz de usuario de tareas humanas que utilizó el nombre de recurso de Amazon 
(ARN) (HumanTaskUiArn) para el trabajo de etiquetado original. Para ver ARN compatibles, 
consulte HumanTaskUiArn.

• En el archivo de configuración de categorías de etiquetas debe especificar el nombre del atributo 
de etiquetas (LabelAttributeName) del trabajo de etiquetado anterior que utiliza para crear el 
trabajo de etiquetado de ajuste o verificación en el parámetro auditLabelAttributeName.

• Especifique si el trabajo de etiquetado es de verificación o ajuste utilizando el parámetro
editsAllowed en el archivo de configuración de categorías de etiquetas identificado por el 
parámetro LabelCategoryConfigS3Uri.

• Para los trabajos de etiquetado de verificación, debe utilizar el parámetro editsAllowed
para especificar que no se pueden modificar todas las etiquetas. editsAllowed debe 
establecerse como "none" en cada entrada de labels. Opcionalmente, puede especificar 
si los trabajadores pueden ajustar atributos de categorías de etiquetas y los atributos de 
fotogramas.

• Si lo desea, en los trabajos de etiquetado de ajuste puede utilizar el parámetro editsAllowed
para especificar etiquetas, atributos de categorías de etiquetas y atributos de fotogramas que 
los trabajadores pueden o no modificar. Si no utiliza este parámetro, se podrán ajustar todas las 
etiquetas, los atributos de categorías de etiquetas y los atributos de fotogramas.

Para obtener más información sobre el parámetro editsAllowed y configurar el archivo de 
configuración de categorías de etiquetas, consulte Esquema del archivo de configuración de 
categorías de etiquetas.
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• Utilice los ARN de Lambda de ajuste de fotogramas de vídeo o nubes de puntos 3D para
PreHumanTaskLambdaArn y AnnotationConsolidationLambdaArn tanto para trabajos de 
etiquetado de ajuste como de verificación:

• Para las nubes de puntos 3D, los ARN de la función de Lambda 
de trabajos de etiquetado de ajuste y verificación terminan en
Adjustment3DPointCloudSemanticSegmentationAdjustment3DPointCloudObjectTracking, 
y Adjustment3DPointCloudObjectDetection para segmentación semántica 3D, detección 
de objetos y seguimiento de objetos, respectivamente en nubes de puntos.

• En el caso de los fotogramas de vídeo, los ARN de la función de Lambda de trabajos de 
etiquetado de ajuste y verificación terminan en AdjustmentVideoObjectDetection y
AdjustmentVideoObjectTracking para detección de objetos y seguimiento de objetos, 
respectivamente, en fotogramas de vídeo.

Ground Truth almacena los datos de salida de un trabajo de verificación o ajuste de etiquetas en el 
bucket de S3 especificado en el parámetro S3OutputPathde la operación CreateLabelingJob. 
Para obtener más información sobre los datos de salida de un trabajo de ajuste o verificación de 
etiquetas, consulte Datos de ajuste y verificación de etiquetas en el manifiesto de salida.

Datos de ajuste y verificación de etiquetas en el manifiesto de salida

Amazon SageMaker Ground Truth escribe los datos de verificación de etiquetas en el manifiesto de 
salida, dentro de los metadatos de la etiqueta. Agrega dos propiedades a los metadatos:

• Una propiedad type con el valor "groundtruth/label-verification.

• Una propiedad worker-feedback con una matriz de valores comment. Esta propiedad se 
agrega cuando el trabajador escribe comentarios. Si no hay comentarios, el campo no aparecerá.

En el siguiente manifiesto de salida de ejemplo puede ver cómo se muestran los datos de verificación 
de etiquetas:

{ 
  "source-ref":"S3 bucket location",  
  "verify-bounding-box":"1",     
  "verify-bounding-box-metadata":   
  { 
    "class-name": "bad",  
    "confidence": 0.93,  
    "type": "groundtruth/label-verification",  
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    "job-name": "verify-bounding-boxes", 
    "human-annotated": "yes", 
    "creation-date": "2018-10-18T22:18:13.527256", 
    "worker-feedback": [ 
      {"comment": "The bounding box on the bird is too wide on the right side."}, 
      {"comment": "The bird on the upper right is not labeled."} 
    ] 
  }
}

La salida de las tareas de ajuste del trabajador se parecerá a la salida de la tarea original, salvo que 
contendrá los valores ajustados y una propiedad adjustment-status con el valor adjusted o
unadjusted para indicar si se realizó o no algún ajuste.

Para ver otros ejemplos de salida de diferentes tareas, consulte Datos de salida.

Precauciones y consideraciones

Para obtener el comportamiento esperado al crear un trabajo de verificación o ajuste de etiquetas, 
compruebe detenidamente los datos de entrada.

• Si utiliza datos de imagen, compruebe que el archivo de manifiesto contiene información de color 
RGB hexadecimal.

• Para ahorrar en costos de procesamiento, filtre los datos para asegurarse de que no hay objetos 
no deseados en el manifiesto de entrada del trabajo de etiquetado.

• Agregue los permisos de Amazon S3 necesarios para asegurarse de que los datos de entrada se 
procesan correctamente.

Cuando crea un trabajo de etiquetado de ajuste o verificación mediante la API de Ground Truth, debe
utilizar un LabelAttributeName diferente del trabajo de etiquetado original.

Requisitos de información del color en los trabajos de segmentación semántica

Para reproducir correctamente la información de color en las tareas de verificación o ajuste, la 
herramienta necesita información de color RGB hexadecimal en el manifiesto (por ejemplo, #FFFFFF 
para el color blanco). Cuando se configura un trabajo de ajuste o verificación de segmentación 
semántica, la herramienta examina el manifiesto para determinar si esta información está presente. 
Si no lo encuentra, Amazon SageMaker Ground Truth muestra un mensaje de error y finaliza la 
configuración del trabajo.
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En iteraciones anteriores de la herramienta de segmentación semántica, la información del 
color de las categorías no se enviaba en formato RGB hexadecimal al manifiesto de salida. Esta 
característica se introdujo en el manifiesto de salida al mismo tiempo que se introdujeron los flujos 
de trabajo de verificación y ajuste. Por lo tanto, los manifiestos de salida más antiguos no son 
compatibles con este nuevo flujo de trabajo.

Filtrar los datos antes de iniciar el trabajo

Amazon SageMaker Ground Truth procesa todos los objetos del manifiesto de entrada. Si hay 
un conjunto de datos parcialmente etiquetado, quizá convenga crear un manifiesto personalizado 
utilizando una consulta Amazon S3 Select en el manifiesto de entrada. Los objetos sin etiquetar 
registran errores de forma individual, aunque no impiden que el trabajo se ejecute, y pueden generar 
costos de procesamiento. Puede reducir los costos filtrando los objetos que no desee verificar.

Si crea un trabajo de verificación con la consola, puede utilizar las herramientas de filtrado que esta 
proporciona. Si crea trabajos con la API, incluya el filtrado de los datos en el flujo de trabajo siempre 
que sea necesario.

Creación de flujos de trabajo de etiquetado personalizados

Este documento le guiará por el proceso de configuración de un flujo de trabajo con una plantilla de 
etiquetado personalizada. Para obtener más información sobre cómo iniciar un trabajo de etiquetado, 
consulte Introducción. En dicha sección, cuando elija el Task type (Tipo de tarea), seleccione Custom 
labeling task (Tarea de etiquetado personalizada) y, a continuación, siga las instrucciones de esta 
sección para configurarla.

Temas

• Paso 1: Configuración del personal

• Paso 2: Creación de la plantilla de tareas de etiquetado personalizada

• Paso 3: Procesamiento con AWS Lambda

• Plantilla de demostración: anotación de imágenes con crowd-bounding-box

• Plantilla de demostración: intenciones de etiquetado con crowd-classifier

• Flujos de trabajo personalizados a través de la API

Para obtener más información sobre la creación de flujos de trabajo de etiquetado personalizados, 
consulta Cómo crear un flujo de trabajo de etiquetado de datos personalizado con Amazon 
SageMaker Ground Truth.
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Paso 1: Configuración del personal

En este paso, utiliza la consola para establecer qué tipo de trabajador va a utilizar y para realizar las 
subselecciones necesarias para el tipo de trabajador. Se entiende que ya ha completado los pasos 
que se detallan hasta este punto en la sección Introducción y que ha elegido Custom labeling task 
(Tarea de etiquetado personalizada) como Task type (Tipo de tarea).

Para configurar el personal.

1. En primer lugar, elija una opción entre los Tipos de trabajadores. Actualmente existen tres tipos:

• Public (Público) utiliza personal bajo demanda de contratistas independientes, con tecnología 
Amazon Mechanical Turk. Se les paga por tarea.

• Privado utiliza sus trabajadores o contratistas para gestionar los datos que deben permanecer 
en la organización.

• El Proveedor usa proveedores externos especializados en prestar servicios de etiquetado de 
datos, disponibles a través del AWS Marketplace.

2. Si elige la opción Público, se le pedirá establecer el Número de trabajadores por objeto de 
conjunto de datos. Disponer de más de un trabajador para realizar la misma tarea en el mismo 
objeto puede ayudarle a aumentar la precisión de sus resultados. El valor predeterminado es 
tres. Puede subir o bajar dicho valor en función de la precisión que necesite.

También se le pedirá que establezca un Price per task (Precio por tarea)mediante un menú 
desplegable. El menú recomienda precios en función de cuánto tiempo tardará en completarse 
la tarea.

Para determinar este valor se recomienda ejecutar primero una breve prueba de su tarea con 
personal Private (Privado). La prueba permite obtener una estimación realista del tiempo que 
tardará la tarea en completarse. A continuación, puede seleccionar el intervalo en el que entra 
su estimación, en el menú Price per task (Precio por tarea). Si su tiempo medio supera los 5 
minutos, considere desglosar su tarea en unidades de menor tamaño.

Next

Paso 2: Creación de la plantilla de tareas de etiquetado personalizada
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Paso 2: Creación de la plantilla de tareas de etiquetado personalizada

Una plantilla de tarea de trabajador es un archivo que utiliza Ground Truth para personalizar la 
interfaz de usuario (IU) del trabajador o la interfaz de usuario de tareas humanas. Puede crear una 
plantilla de tareas para un trabajador utilizando HTML, CSS JavaScript, el lenguaje de plantillas 
Liquid y Crowd HTML Elements. Liquid se utiliza para automatizar la plantilla, y Crowd HTML 
Elements se puede usar para incluir herramientas de anotación comunes y proporcionar la lógica 
necesaria para enviarla a Ground Truth.

Use los siguientes temas para aprender a crear una plantilla de tareas de trabajadores. Puedes ver 
un repositorio de ejemplos de plantillas de tareas para trabajadores de Ground Truth en GitHub.

Temas

• A partir de una plantilla de base

• Desarrollo local de plantillas

• Uso de activos externos

• Seguimiento de las variables

• Un ejemplo sencillo

• Adición de automatización con Liquid

• nd-to-end Demostraciones electrónicas

A partir de una plantilla de base

Puede usar un editor de plantillas en la consola de Ground Truth para empezar a crear una plantilla. 
Este editor incluye una serie de plantillas base prediseñadas y una característica de relleno 
automático de HTML y Crowd HTML Element.

Para acceder al editor de plantillas personalizadas de Ground Truth:

1. Siga las instrucciones de Crear un trabajo de etiquetado (consola) y seleccione Personalizar en 
el Tipo de tarea del trabajo de etiquetado.

2. Al seleccionar Siguiente, podrá acceder al editor de plantillas y a las plantillas base en la sección
Configuración de tareas de etiquetado personalizado.

3. (Opcional) Seleccione una plantilla base en el menú desplegable de Plantillas. Si prefiere crear 
una plantilla desde cero, seleccione Personalizar en el menú desplegable para obtener un 
esquema de plantilla mínimo.
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Desarrollo local de plantillas

Aunque debe estar en la consola para probar cómo la plantilla procesará los datos entrantes, puede 
probar el aspecto y el funcionamiento del HTML de la plantilla y los elementos personalizados en su 
navegador añadiendo este código en la parte superior de su archivo HTML.

Example

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script> 
             

Esto carga el código necesario para representar los elementos de HTML personalizados. Úselo si 
quiere desarrollar el aspecto de la plantilla en su editor preferido en lugar de hacerlo en la consola.

Recuerde, sin embargo, que no se analizarán las variables. Es posible que le interese sustituirlas con 
contenido de ejemplo, mientras realiza las tareas de desarrollo localmente.

Uso de activos externos

Las plantillas personalizadas de Amazon SageMaker Ground Truth permiten incrustar scripts y hojas 
de estilo externos. Por ejemplo, el siguiente bloque de código muestra cómo añadir una hoja de 
estilos situada en https://www.example.com/my-enhancement-styles.css a la plantilla.

Example

<script src="https://www.example.com/my-enhancment-script.js"></script>
<link rel="stylesheet" type="text/css" href="https://www.example.com/my-enhancement-
styles.css">

Si se produce cualquier error, asegúrese de que su servidor de origen envía el tipo MIME correcto y 
los encabezados de codificación con los activos.

Por ejemplo, los tipos MIME y de codificación de scripts remotos son: application/
javascript;CHARSET=UTF-8.

El tipo MIME y de codificación para hojas de estilo remotas es: text/css;CHARSET=UTF-8.

Seguimiento de las variables

En el proceso de crear el ejemplo siguiente, habrá un paso que le añadirá variables para representar 
los fragmentos de datos que pueden cambiar según la tarea o según el trabajador. Si es la primera 
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vez que utiliza una de las plantillas de ejemplo, tendrá que asegurarse de que es consciente de 
las variables que ya utiliza. Al crear su script de AWS Lambda preanotación, el resultado deberá 
contener valores para cualquiera de las variables que decida mantener.

Los valores que utiliza para las variables pueden proceder de su archivo de manifiesto. Todos los 
pares clave-valor de su objeto de datos se proporcionan a su Lambda de preanotación. Si se trata 
de un script de transferencia sencillo, hacer coincidir las claves de valores de su objeto de datos 
con nombres de variables de la plantilla es la forma más sencilla de transferir dichos valores a los 
formularios de tareas que los trabajadores ven.

Un ejemplo sencillo

Todas las tareas comienzan y terminan con los elementos <crowd-form> </crowd-form>. Al 
igual que los elementos <form> HTML estándar, todo el código de formulario debería ir entre ellos.

Para una sencilla tarea de análisis de tweet, utilice el elemento <crowd-classifier>. Requiere 
los atributos siguientes:

• name: el nombre de la variable que se va a utilizar para el resultado de la salida de formulario.

• categories: matriz con formato JSON de las posibles respuestas.

• header: título para la herramienta de anotaciones

Como elementos secundarios del elemento <crowd-classifier>, debe tener tres regiones.

• <classification-target>: texto que el trabajador clasificará en función de las opciones especificadas 
en el atributo categories anterior.

• <full-instructions>: instrucciones que están disponibles en el enlace "Ver instrucciones completas" 
en la herramienta. Puede dejarse en blanco, pero se recomienda que dé buenas instrucciones 
para obtener mejores resultados.

• <short-instructions>: descripción más breve de la tarea que aparece en la barra lateral de la 
herramienta. Puede dejarse en blanco, pero se recomienda que dé buenas instrucciones para 
obtener mejores resultados.

Una versión sencilla de esta herramienta tendría el aspecto siguiente.

Example de cómo usar crowd-classifier

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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<crowd-form> 
  <crowd-classifier  
    name="tweetFeeling" 
    categories="['positive','negative','neutral', 'unclear']" 
    header="Which term best describes this tweet?" 
  > 
     <classification-target> 
      My favorite football team won today!  
      Bring on the division finals! 
    </classification-target> 

    <full-instructions header="Sentiment Analysis Instructions"> 
      Try to determine the sentiment the author 
      of the tweet is trying to express.  
      If none seem to match, choose "cannot determine." 
    </full-instructions> 

    <short-instructions> 
      Pick the term best describing the sentiment  
      of the tweet.  
    </short-instructions> 

  </crowd-classifier>
</crowd-form>

Puedes copiar y pegar el código en el editor del flujo de trabajo de creación de empleo de etiquetado 
de Ground Truth para obtener una vista previa de la herramienta, o bien puedes probar una
demostración de este código CodePen.
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Adición de automatización con Liquid

Nuestro sistema de plantillas personalizado utiliza Liquid para la automatización. Se trata de un 
lenguaje de marcado en línea de código abierto. En Liquid, el texto entre llaves y símbolos de 
porcentaje es una instrucción o etiqueta que lleva a cabo una operación, como un flujo de control o 
una iteración. El texto que está entre llaves dobles es una variable u objeto que genera su valor.

El uso más frecuente de Liquid consistirá en analizar los datos procedentes de su Lambda de 
preanotación y extraer las variables pertinentes para crear la tarea. El objeto taskInput devuelto 
por el Lambda de preanotación estará disponible como el objeto task.input de las plantillas.

Las propiedades de los objetos de datos de su manifiesto se transfieren a su Lambda de 
preanotación como event.dataObject. Un sencillo script de transferencia simplemente devuelve 
dicho objeto como el objeto taskInput. Se representarían valores del manifiesto como variables tal 
y como se indica a continuación.

Example Objeto de datos de manifiesto

{ 
  "source": "This is a sample text for classification", 
  "labels": [ "angry" , "sad" , "happy" , "inconclusive" ], 
  "header": "What emotion is the speaker feeling?"
}

Example HTML de ejemplo que usa variables

<crowd-classifier  
  name='tweetFeeling' 
  categories='{{ task.input.labels | to_json }}' 
  header='{{ task.input.header }}' >
<classification-target> 
  {{ task.input.source }}
</classification-target>

Tenga en cuenta la incorporación de " | to_json" a la propiedad labels anterior. Es un filtro para 
convertir la matriz en una representación JSON de la matriz. Los filtros de variables se explican en la 
siguiente sección.

La siguiente lista incluye dos tipos de etiquetas de Liquid que podrían ser útiles para automatizar el 
procesamiento de los datos de entrada de las plantillas. Si selecciona uno de los siguientes tipos de 
etiquetas, se le redirigirá a la documentación de Liquid.
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• Flujo de control: incluye operadores lógicos de programación, como if/else, unless y case/
when.

• Iteración: permite ejecutar bloques de código repetidamente con instrucciones como los bucles for.

Para ver un ejemplo de una plantilla HTML que utiliza elementos de Liquid para crear un bucle, 
consulte translation-review-and-correction.liquid.html en. GitHub

Para obtener más información y documentación, visite la página de inicio de Liquid.

Filtros de variables

Además de los filtros y acciones estándar de Liquid, Ground Truth ofrece varios filtros adicionales. 
Los filtros se aplican colocando una barra vertical (|) después del nombre de la variable y luego 
especificando un nombre de filtro. Los filtros se pueden encadenar en forma de:

Example

{{ <content> | <filter> | <filter> }}

Autoescape y escape explícito

De forma predeterminada, las entradas tendrán un escape de HTML para evitar que haya confusión 
entre el texto de la variable y HTML. Puede añadir de forma explícita el filtro escape para que sea 
más evidente para la persona que esté leyendo la fuente de la plantilla que se esta realizando un 
escape.

escape_once

escape_once garantiza que si ya ha escapado el código, no se vuelva a realizar un escape encima 
de este. Por ejemplo, garantiza que &amp; no se convierta en &amp;amp;.

skip_autoescape

skip_autoescape es útil cuando se prevé utilizar el contenido como HTML. Por ejemplo, puede 
que tenga unos cuantos párrafos de texto y algunas imágenes en las instrucciones completas de un 
cuadro delimitador.

Utilice skip_autoescape con moderación

La práctica recomendada en el caso de las plantillas es evitar trasferir código funcional o de 
marcado con skip_autoescape, a menos que esté absolutamente seguro de que tiene un 
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control estricto sobre lo que se transfiere. Si está pasando entradas de usuario, podría estar 
dejando a sus trabajadores desprotegidos ante un ataque de scripts de sitios.

to_json

to_jsoncodificará lo que introduzcas en JSON (Object Notation)JavaScript . Si introduce un objeto, 
lo serializará.

grant_read_access

grant_read_access toma un URI de S3 y lo codifica en una URL de HTTPS con un token de 
acceso de duración limitada para dicho recurso. Esto permite mostrar a los trabajadores objetos de 
foto, audio o vídeo almacenados en buckets de S3 a los que, de lo contrario, no se podría obtener 
acceso públicamente.

Example de los filtros

Entrada

auto-escape: {{ "Have you read 'James & the Giant Peach'?" }}
explicit escape: {{ "Have you read 'James & the Giant Peach'?" | escape }}
explicit escape_once: {{ "Have you read 'James &amp; the Giant Peach'?" | 
 escape_once }}
skip_autoescape: {{ "Have you read 'James & the Giant Peach'?" | skip_autoescape }}
to_json: {{ jsObject | to_json }}                 
grant_read_access: {{ "s3://mybucket/myphoto.png" | grant_read_access }}

Example

Salida

auto-escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape_once: Have you read &#39;James &amp; the Giant Peach&#39;?
skip_autoescape: Have you read 'James & the Giant Peach'?
to_json: { "point_number": 8, "coords": [ 59, 76 ] }
grant_read_access: https://s3.amazonaws.com/mybucket/myphoto.png?<access token and 
 other params>
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Example de una plantilla de clasificación automatizada.

Para automatizar el ejemplo de clasificación de texto sencillo, sustituya el texto del tweet por una 
variable.

La plantilla de clasificación de texto siguiente tiene automatización añadida. Los cambios o adiciones 
se resaltan en negrita.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-classifier  
    name="tweetFeeling" 
    categories="['positive', 'negative', 'neutral', 'cannot determine']" 
    header="Which term best describes this tweet?"  
  > 
    <classification-target> 
        {{ task.input.source }}
    </classification-target> 

    <full-instructions header="Analyzing a sentiment"> 
      Try to determine the feeling the author  
      of the tweet is trying to express.  
      If none seem to match, choose "other." 
    </full-instructions> 

    <short-instructions> 
      Pick the term best describing the sentiment  
      of the tweet.  
    </short-instructions> 

  </crowd-classifier>
</crowd-form>

Ahora, el texto del tweet del ejemplo anterior se ha sustituido por un objeto. El objeto
entry.taskInput utiliza source (u otro nombre que especifique en su Lambda de preanotación) 
como nombre de la propiedad para el texto y se inserta directamente en el HTML por estar entre dos 
llaves dobles.

nd-to-end Demostraciones electrónicas

Puede ver las siguientes end-to-end demostraciones, que incluyen un ejemplo de la función Lambda:

• Plantilla de demostración: anotación de imágenes con crowd-bounding-box
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• Plantilla de demostración: intenciones de etiquetado con crowd-classifier

Paso 3: Procesamiento con AWS Lambda

En este paso, aprenderá a crear y especificar los dos tipos de funciones de Lambda de AWS que se 
requieren para crear un flujo de trabajo de etiquetado personalizado:

• Lambda preanotación: esta función inicia y preprocesa cada objeto de datos que se envía a su 
trabajo de etiquetado antes de enviarlo a los trabajadores.

• Lambda postanotación: esta función procesa los resultados una vez que los trabajadores envían 
una tarea. Si especifica varios trabajadores por objeto de datos, esta función puede incluir una 
lógica para consolidar las anotaciones.

Si es un usuario nuevo de Lambda y Ground Truth, le recomendamos que utilice las páginas de esta 
sección de la siguiente manera:

1. En primer lugar, revise Requisitos de la función de Lambda preanotación y postanotación.

2. A continuación, utilice la página Permisos necesarios para usar AWS Lambda con Ground Truth 
para obtener información sobre los requisitos de seguridad y permisos para utilizar las funciones 
de Lambda preanotación y postanotación en un trabajo de etiquetado personalizado de Ground 
Truth.

3. Primero tendrá que visitar la consola de Lambda o utilizar las API de Lambda para crear sus 
funciones. Utilice la sección Cree funciones de Lambda para un flujo de trabajo de etiquetado 
personalizado para obtener información sobre cómo crear funciones de Lambda.

4. Para saber cómo actualizar su función de Lambda, consulte Pruebe las funciones de Lambda 
preanotación y postanotación.

5. Tras crear las funciones de Lambda de preprocesamiento y postprocesamiento, selecciónelas 
en la sección Funciones de Lambda que aparece después del editor de código para su HTML 
personalizado en la consola de Ground Truth. Para saber cómo utilizar estas funciones en una 
solicitud de API CreateLabelingJob, consulte Crear un trabajo de etiquetado (API).

Para ver un tutorial de flujo de trabajo de etiquetado personalizado que incluya ejemplos 
de funciones de Lambda preanotación y postanotación, consulte el documento Plantilla de 
demostración: anotación de imágenes con crowd-bounding-box.

Temas
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• Requisitos de la función de Lambda preanotación y postanotación

• Permisos necesarios para usar AWS Lambda con Ground Truth

• Cree funciones de Lambda para un flujo de trabajo de etiquetado personalizado

• Pruebe las funciones de Lambda preanotación y postanotación

Requisitos de la función de Lambda preanotación y postanotación

Utilice esta sección para obtener información sobre la sintaxis de las solicitudes enviadas a las 
funciones de Lambda preanotación y postanotación, y la sintaxis de respuesta que Ground Truth 
necesita para ejecutar un flujo de trabajo de etiquetado personalizado.

Temas

• Lambda de preanotación

• La función Lambda de postanotación

Lambda de preanotación

Antes de enviar una tarea de etiquetado al trabajador, se invoca la función de Lambda preanotación.

Ground Truth envía a la función de Lambda una solicitud con formato JSON para proporcionar 
detalles sobre el trabajo de etiquetado y el objeto de datos. La siguiente tabla contiene los esquemas 
de la solicitud preanotación. A continuación, se describe cada parámetro.

Data object identified with "source-ref"

{ 
    "version": "2018-10-16", 
    "labelingJobArn": <labelingJobArn>
    "dataObject" : { 
        "source-ref": <s3Uri>
    }
}

Data object identified with "source"

{ 
    "version": "2018-10-16", 
    "labelingJobArn": <labelingJobArn>
    "dataObject" : { 
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        "source": <string>
    }
}

• version (cadena): es un número de versión que utiliza internamente Ground Truth.

• labelingJobArn (cadena): es el nombre del recurso de Amazon, o ARN, de su trabajo de 
etiquetado. Este ARN se puede usar para hacer referencia al trabajo de etiquetado cuando se 
utilizan operaciones de la API de Ground Truth, como DescribeLabelingJob.

• El dataObject (objeto JSON): la clave contiene una sola línea JSON, ya sea desde el archivo de 
manifiesto de entrada o enviada desde Amazon SNS. Los objetos de línea JSON de su manifiesto 
pueden tener un tamaño de 100 kilobytes como máximo y contener una gran variedad de datos. 
Para un trabajo de anotación de imágenes muy básico, es posible que el JSON dataObject
solo contenga una clave source-ref que identifique la imagen que se va a anotar. Si el objeto 
de datos (por ejemplo, una línea de texto) se incluye directamente en el archivo de manifiesto de 
entrada, el objeto de datos se identifica con source. Si crea un trabajo de verificación o ajuste, 
esta línea puede contener datos de etiqueta y metadatos del trabajo de etiquetado anterior.

La siguiente tabla incluye ejemplos de bloques de código de una solicitud preanotación. Cada 
parámetro de estas solicitudes de ejemplo se explica debajo de la tabla con pestañas.

Data object identified with "source-ref"

{ 
    "version": "2018-10-16", 
    "labelingJobArn": "arn:aws:sagemaker:<aws_region>:<aws_account_number>:labeling-
job/<labeling_job_name>" 
    "dataObject" : { 
        "source-ref": "s3://<input-data-bucket>/<data-object-file-name>" 
    }
}

Data object identified with "source"

{ 
    "version": "2018-10-16", 
    "labelingJobArn": "arn:aws:sagemaker:<aws_region>:<aws_account_number>:labeling-
job/<labeling_job_name>" 
    "dataObject" : { 
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        "source": "Sue purchased 10 shares of the stock on April 10th, 2020" 
    }
}

A cambio, Ground Truth requiere una respuesta con el siguiente formato:

Example de datos devueltos previstos

{ 
    "taskInput": <json object>, 
    "isHumanAnnotationRequired": <boolean> # Optional
}

En el ejemplo anterior, <json object> debe contener todos los datos que necesita su plantilla de 
tarea de trabajador personalizado. Si está llevando a cabo una tarea de cuadro delimitador donde 
las instrucciones no cambien en ningún momento, podría simplemente ser el recurso de HTTP(S) o 
Amazon S3 para su archivo de imagen. Si se trata de una tarea de análisis de opinión y diferentes 
objetos pueden tener diferentes opciones, es la referencia de objeto como una cadena y las opciones 
como una matriz de cadenas.

Implicaciones de isHumanAnnotationRequired

Este valor es opcional, ya que su valor predeterminado será true. El principal caso de uso 
para establecerlo de forma explícita es cuando se desea excluir este objeto de datos de su 
etiquetado por parte de trabajadores humanos.

Si tiene una combinación de objetos en el manifiesto, con algunos objetos que requieren anotaciones 
humanas y otros que no los necesitan, puede incluir un valor isHumanAnnotationRequired
en cada objeto de datos. Puede añadir lógica a su Lambda preanotación para determinar 
dinámicamente si un objeto requiere una anotación y establecer este valor booleano en 
consecuencia.

Ejemplos de funciones de Lambda preanotación

La siguiente función de Lambda preanotación básica accede al objeto JSON en dataObject desde 
la solicitud inicial y lo devuelve en el parámetro taskInput.

import json
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def lambda_handler(event, context): 
    return { 
        "taskInput":  event['dataObject'] 
    }

Suponiendo que el archivo de manifiesto de entrada utiliza "source-ref" para identificar objetos 
de datos, la plantilla de tareas de trabajador que se utiliza en el mismo trabajo de etiquetado que esta 
función de Lambda preanotación debe incluir un elemento Liquid como el siguiente para su ingerir
dataObject.

{{ task.input.source-ref | grant_read_access }}

Si el archivo de manifiesto de entrada utilizó source para identificar el objeto de datos, la plantilla de 
tareas de trabajador puede ingerir dataObject con lo siguiente:

{{ task.input.source }}

El siguiente ejemplo de Lambda preanotación incluye lógica para identificar la clave utilizada en
dataObject y apuntar a ese objeto de datos mediante taskObject en la instrucción de devolución 
de Lambda.

import json

def lambda_handler(event, context): 

    # Event received 
    print("Received event: " + json.dumps(event, indent=2)) 

    # Get source if specified 
    source = event['dataObject']['source'] if "source" in event['dataObject'] else None 

    # Get source-ref if specified 
    source_ref = event['dataObject']['source-ref'] if "source-ref" in 
 event['dataObject'] else None 

    # if source field present, take that otherwise take source-ref 
    task_object = source if source is not None else source_ref 

    # Build response object 
    output = { 
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        "taskInput": { 
            "taskObject": task_object 
        }, 
        "humanAnnotationRequired": "true" 
    } 

    print(output) 
    # If neither source nor source-ref specified, mark the annotation failed 
    if task_object is None: 
        print(" Failed to pre-process {} !".format(event["labelingJobArn"])) 
        output["humanAnnotationRequired"] = "false" 

    return output

La función Lambda de postanotación

Cuando todos los trabajadores hayan anotado el objeto de datos o cuando se haya alcanzado
TaskAvailabilityLifetimeInSeconds, lo que ocurra primero, Ground Truth envía esas 
anotaciones a su Lambda postanotación. Esta función Lambda se suele utilizar para Consolidar 
anotaciones.

Tip

Para ver un ejemplo de una función Lambda posterior a la consolidación, consulte
annotation_consolidation_lambda.py en aws-sagemaker-ground-truthel GitHub repositorio -
recipe.

La siguiente tabla contiene los esquemas de la solicitud postanotación. En la siguiente lista con 
viñetas se describe cada uno de los parámetros.

{ 
    "version": "2018-10-16", 
    "labelingJobArn": <string>, 
    "labelCategories": [<string>], 
    "labelAttributeName": <string>, 
    "roleArn" : <string>, 
    "payload": { 
        "s3Uri": <string>
    } 
 }
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• version (cadena): un número de versión que utiliza internamente Ground Truth.

• labelingJobArn (cadena): el nombre del recurso de Amazon, o ARN, de su trabajo de 
etiquetado. Este ARN se puede usar para hacer referencia al trabajo de etiquetado cuando se 
utilizan operaciones de la API de Ground Truth, como DescribeLabelingJob.

• labelCategories (lista de cadenas): incluye las categorías de etiquetas y otros atributos que 
especificó en la consola o que incluyó en el archivo de configuración de categorías de etiquetas.

• labelAttributeName (cadena): el nombre del trabajo de etiquetado o el nombre del atributo de 
etiqueta que especificó al crear el trabajo de etiquetado.

• roleArn (cadena): el nombre de recurso de Amazon (ARN) del rol de ejecución de IAM que se 
especifica al crear el trabajo de etiquetado.

• payload (objeto JSON): un JSON que incluye una clave s3Uri que identifica la ubicación de 
los datos de anotación de ese objeto de datos en Amazon S3. El segundo bloque de código que 
aparece a continuación muestra un ejemplo de este archivo de anotaciones.

En el siguiente bloque de código se incluye un ejemplo de una solicitud postanotación. Cada 
parámetro de esta solicitud de ejemplo se explica debajo del bloque de código.

Example de una solicitud Lambda postanotación

{ 
    "version": "2018-10-16", 
    "labelingJobArn": "arn:aws:sagemaker:us-west-2:111122223333:labeling-job/labeling-
job-name", 
    "labelCategories": ["Ex Category1","Ex Category2", "Ex Category3"], 
    "labelAttributeName": "labeling-job-attribute-name", 
    "roleArn" : "arn:aws:iam::111122223333:role/role-name", 
    "payload": { 
        "s3Uri": "s3://DOC-EXAMPLE-BUCKET/annotations.json" 
    } 
 }

Note

Si ningún trabajador trabaja en el objeto de datos y se ha alcanzado
TaskAvailabilityLifetimeInSeconds, el objeto de datos se marca como erróneo y no 
se incluirá como parte de la invocación de Lambda postanotación.
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El siguiente bloque de código contiene el esquema de carga. Este es el archivo que indica el 
parámetro s3Uri en el objeto JSON de la solicitud Lambda postanotación payload. Por ejemplo, 
si el bloque de código anterior es la solicitud Lambda postanotación, el siguiente archivo de 
anotaciones se encuentra en s3://DOC-EXAMPLE-BUCKET/annotations.json.

En la siguiente lista con viñetas se describe cada uno de los parámetros.

Example de un archivo de anotaciones

[ 
    { 
        "datasetObjectId": <string>, 
        "dataObject": { 
            "s3Uri": <string>, 
            "content": <string>
        }, 
        "annotations": [{ 
            "workerId": <string>, 
            "annotationData": { 
                "content": <string>, 
                "s3Uri": <string>
            } 
       }] 
    }
]

• datasetObjectId (cadena): identifica un identificador único que Ground Truth asigna a cada 
objeto de datos que envíe al trabajo de etiquetado.

• dataObject (objeto JSON): el objeto de datos que se etiquetó. Si el objeto de datos está incluido 
en el archivo de manifiesto de entrada y se identifica mediante la clave source (por ejemplo, 
una cadena), dataObject incluye una clave content que identifica el objeto de datos. De lo 
contrario, ubicación del objeto de datos (por ejemplo, un enlace o un URI de S3) se identifica con
s3Uri.

• annotations (lista de objetos JSON): esta lista contiene un único objeto JSON por cada 
anotación enviada por los trabajadores para ese dataObject. Un único objeto JSON contiene un
workerId único que se puede utilizar para identificar al trabajador que envió esa anotación. La 
clave annotationData contiene uno de los siguientes valores:

• content (cadena): contiene los datos de la anotación.

• s3Uri (cadena): contiene un URI de S3 que identifica la ubicación de los datos de anotación.
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La siguiente tabla contiene ejemplos del contenido que puede encontrar en la carga para distintos 
tipos de anotaciones.

Named Entity Recognition Payload

[ 
    { 
      "datasetObjectId": "1", 
      "dataObject": { 
        "content": "Sift 3 cups of flour into the bowl." 
      }, 
      "annotations": [ 
        { 
          "workerId": "private.us-west-2.ef7294f850a3d9d1", 
          "annotationData": { 
            "content": "{\"crowd-entity-annotation\":{\"entities\":[{\"endOffset
\":4,\"label\":\"verb\",\"startOffset\":0},{\"endOffset\":6,\"label\":\"number
\",\"startOffset\":5},{\"endOffset\":20,\"label\":\"object\",\"startOffset\":15},
{\"endOffset\":34,\"label\":\"object\",\"startOffset\":30}]}}" 
          } 
        } 
      ] 
    }
]

Semantic Segmentation Payload

[ 
    { 
      "datasetObjectId": "2", 
      "dataObject": { 
        "s3Uri": "s3://DOC-EXAMPLE-BUCKET/gt-input-data/images/bird3.jpg" 
      }, 
      "annotations": [ 
        { 
          "workerId": "private.us-west-2.ab1234c5678a919d0", 
          "annotationData": { 
            "content": "{\"crowd-semantic-segmentation\":{\"inputImageProperties\":
{\"height\":2000,\"width\":3020},\"labelMappings\":{\"Bird\":{\"color\":\"#2ca02c
\"}},\"labeledImage\":{\"pngImageData\":\"iVBOR...\"}}}" 
          } 
        } 
      ] 
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    } 
  ]

Bounding Box Payload

[ 
    { 
      "datasetObjectId": "0", 
      "dataObject": { 
        "s3Uri": "s3://DOC-EXAMPLE-BUCKET/gt-input-data/images/bird1.jpg" 
      }, 
      "annotations": [ 
        { 
          "workerId": "private.us-west-2.ab1234c5678a919d0", 
          "annotationData": { 
            "content": "{\"boundingBox\":{\"boundingBoxes\":[{\"height\":2052,
\"label\":\"Bird\",\"left\":583,\"top\":302,\"width\":1375}],\"inputImageProperties
\":{\"height\":2497,\"width\":3745}}}" 
          } 
        } 
      ] 
    } 
 ]

La función de Lambda postanotación puede contener una lógica similar a la siguiente para recorrer y 
acceder a todas las anotaciones contenidas en la solicitud. Para ver un ejemplo completo, consulte
annotation_consolidation_lambda.py en el aws-sagemaker-ground-truth repositorio -recipe. GitHub 
En este GitHub ejemplo, debe añadir su propia lógica de consolidación de anotaciones.

for i in range(len(annotations)): 
    worker_id = annotations[i]["workerId"] 
    annotation_content = annotations[i]['annotationData'].get('content') 
    annotation_s3_uri = annotations[i]['annotationData'].get('s3uri') 
    annotation = annotation_content if annotation_s3_uri is None else 
 s3_client.get_object_from_s3( 
        annotation_s3_uri) 
    annotation_from_single_worker = json.loads(annotation) 

    print("{} Received Annotations from worker [{}] is [{}]" 
            .format(log_prefix, worker_id, annotation_from_single_worker))
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Tip

Al ejecutar algoritmos de consolidación en los datos, puede utilizar un servicio de base 
de datos AWSpara almacenar los resultados o puede devolver los resultados procesados 
a Ground Truth. Los datos que devuelva a Ground Truth se almacenan en manifiestos 
de anotaciones consolidados en el bucket de S3 especificado para la salida durante la 
configuración del trabajo de etiquetado.

A cambio, Ground Truth requiere una respuesta con el siguiente formato:

Example de datos devueltos previstos

[ 
   {         
        "datasetObjectId": <string>, 
        "consolidatedAnnotation": { 
            "content": { 
                "<labelattributename>": { 
                     # ... label content
                } 
            } 
        } 
    }, 
   {         
        "datasetObjectId": <string>, 
        "consolidatedAnnotation": { 
            "content": { 
                "<labelattributename>": { 
                     # ... label content
                } 
            } 
        } 
    } 
    . 
    . 
    .
]

En este punto, todos los datos que envíe a su bucket de S3 que no sean datasetObjectId están 
en el objeto content.
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Cuando devuelve anotaciones en content, se obtiene una entrada en el manifiesto de salida de su 
trabajo como la siguiente:

Example de formato de etiqueta en manifiesto de salida

{  "source-ref"/"source" : "<s3uri or content>",  
   "<labelAttributeName>": { 
         # ... label content from you
    },    
   "<labelAttributeName>-metadata": { # This will be added by Ground Truth 
        "job_name": <labelingJobName>, 
        "type": "groundTruth/custom", 
        "human-annotated": "yes",  
        "creation_date": <date> # Timestamp of when received from Post-labeling Lambda 
    }
}

Debido a la naturaleza potencialmente compleja de una plantilla personalizada y de los datos que 
recopila, Ground Truth no ofrece un procesamiento más amplio de los datos.

Permisos necesarios para usar AWS Lambda con Ground Truth

Es posible que tenga que configurar algunos o todos los siguientes elementos para crear y usar AWS 
Lambda con Ground Truth.

• Debe conceder un permiso a un rol o usuario de IAM (en conjunto, una entidad de IAM) para crear 
las funciones de Lambda preanotación y postanotación mediante AWS Lambda y elegirlas al crear 
el trabajo de etiquetado.

• La función de ejecución de IAM especificada al configurar el trabajo de etiquetado necesita 
permiso para invocar las funciones de Lambda preanotación y postanotación.

• Es posible que las funciones de Lambda postanotación necesiten permiso para acceder a Amazon 
S3.

Utilice las siguientes secciones para obtener información sobre cómo crear las entidades de IAM y 
conceder los permisos descritos más arriba.

Temas

• Otorgue permiso para crear y seleccionar una función AWS Lambda

• Conceda permiso al rol de ejecución de IAM para invocar funciones de AWS Lambda
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• Otorgue permisos de Lambda postanotación para acceder a la anotación

Otorgue permiso para crear y seleccionar una función AWS Lambda

Si no necesita permisos detallados para desarrollar funciones de Lambda preanotación y 
postanotación, puede asociar la política administrada de AWS AWSLambda_FullAccess a un 
usuario o rol. Esta política otorga amplios permisos para usar todas las características de Lambda, 
así como permisos para realizar acciones en otros servicios de AWS con los que Lambda interactúa.

Para crear una política más detallada para los casos de uso sensibles a la seguridad, consulte la 
documentación Políticas de IAM basadas en identidad para Lambda en la Guía para desarrolladores 
de AWS Lambda para obtener información sobre cómo crear una política de IAM que se adapte a su 
caso de uso.

Políticas de uso de la consola de Lambda

Si desea conceder permiso a una entidad de IAM para usar la consola de Lambda, consulte Uso de 
la consola de Lambda en la Guía para desarrolladores de AWS Lambda.

Además, si desea que el usuario pueda acceder e implementar las funciones preanotación y 
postanotación básicas de Ground Truth mediante AWS Serverless Application Repository en la 
consola de Lambda, debe especificar la <aws-region> en la que desea implementar las funciones 
(debe ser la misma región de AWS que se utilizó para crear el trabajo de etiquetado) y añadir la 
siguiente política al rol de IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "serverlessrepo:ListApplicationVersions", 
                "serverlessrepo:GetApplication", 
                "serverlessrepo:CreateCloudFormationTemplate" 
            ], 
            "Resource": "arn:aws:serverlessrepo:<aws-region>:838997950401:applications/
aws-sagemaker-ground-truth-recipe" 
        }, 
        { 
            "Sid": "VisualEditor1", 
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            "Effect": "Allow", 
            "Action": "serverlessrepo:SearchApplications", 
            "Resource": "*" 
        } 
    ]
}

Políticas para ver las funciones de Lambda en la consola de Ground Truth

Para conceder a una entidad de IAM permiso para ver las funciones de Lambda en la consola 
de Ground Truth cuando el usuario crea un trabajo de etiquetado personalizado, la entidad debe 
tener los permisos que se describen Conceda a IAM permisos para utilizar la consola de Amazon 
SageMaker Ground Truth, incluidos los permisos descritos en la sección Permisos del flujo de trabajo 
de etiquetado personalizado.

Conceda permiso al rol de ejecución de IAM para invocar funciones de AWS Lambda

Si añade la política gestionada de IAM AmazonSageMakerGroundTruthExecutiona la función de 
ejecución de IAM utilizada para crear el trabajo de etiquetado, esta función tiene permiso para 
enumerar e invocar funciones de Lambda con una de las siguientes cadenas en el nombre de la 
funciónGtRecipe:SageMaker,,, Sagemaker o. sagemaker LabelingFunction

Si los nombres de las funciones de Lambda preanotación y postanotación no incluyen uno de 
los términos del párrafo anterior, o si necesita un permiso más detallado que los de la política 
administrada AmazonSageMakerGroundTruthExecution, puede añadir una política similar 
a la siguiente para dar permiso al rol de ejecución para invocar las funciones preanotación y 
postanotación.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action":  
                "lambda:InvokeFunction", 
            "Resource": [ 
                "arn:aws:lambda:<region>:<account-id>:function:<pre-annotation-lambda-
name>", 
                "arn:aws:lambda:<region>:<account-id>:function:<post-annotation-lambda-
name>" 
            ] 
        } 
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    ]
}

Otorgue permisos de Lambda postanotación para acceder a la anotación

Como se describe en La función Lambda de postanotación, la solicitud de Lambda postanotación 
incluye la ubicación de los datos de la anotación en Amazon S3. Esta ubicación se identifica 
mediante la cadena s3Uri del objeto payload. Para procesar las anotaciones a medida que van 
llegando, incluso para una función de transferencia simple, debe asignar los permisos necesarios al
rol de ejecución de Lambda postanotación para leer archivos de Amazon S3.

Hay muchas maneras de configurar su Lambda para obtener acceso a los datos de anotaciones en 
Amazon S3. Las dos formas más comunes son:

• Permita que la función de ejecución de Lambda asuma la función de SageMaker ejecución 
identificada roleArn en la solicitud de Lambda posterior a la anotación. Esta función de 
SageMaker ejecución es la que se utiliza para crear el trabajo de etiquetado y tiene acceso al 
depósito de salida de Amazon S3 donde se almacenan los datos de anotación.

• Conceda permiso al rol de ejecución de Lambda para obtener acceso directo al bucket de salida 
de Amazon S3.

Utilice las siguientes secciones para aprender a configurar estas opciones.

Otorgue permiso a Lambda para asumir la función de ejecución SageMaker

Para permitir que una función de Lambda asuma una función de SageMaker ejecución, debe 
adjuntar una política a la función de ejecución de la función de Lambda y modificar la relación de 
confianza de la función de SageMaker ejecución para permitir que Lambda la asuma.

1. Adjunte la siguiente política de IAM a la función de ejecución de la función Lambda para asumir 
SageMaker la función de ejecución identificada en. Resource Reemplace 222222222222 por 
el identificador de la cuenta de AWS. Reemplace sm-execution-role por el nombre del rol 
asumido.

{ 
    "Version": "2012-10-17", 
    "Statement": { 
        "Effect": "Allow", 
        "Action": "sts:AssumeRole", 
        "Resource": "arn:aws:iam::222222222222:role/sm-execution-role" 
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    }
}

2. Modifique la política de confianza de la función de SageMaker ejecución para incluir lo siguiente.
Statement Reemplace 222222222222 por el identificador de la cuenta de AWS. Reemplace
my-lambda-execution-role por el nombre del rol asumido.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::222222222222:role/my-lambda-execution-role" 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

Conceda permiso al rol de ejecución de Lambda para acceder a S3

Puede añadir una política similar a la siguiente al rol de ejecución de la función de Lambda 
postanotación para concederle permisos de lectura de S3. Sustituya DOC-EXAMPLE-BUCKET por el 
nombre del bucket de salida que especifique al crear un trabajo de etiquetado.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "arn:aws:s3:::DOC-EXAMPLE-BUCKET/*" 
        } 
    ]
}

Para añadir permisos de lectura de S3 a un rol de ejecución de Lambda en la consola de Lambda, 
utilice el siguiente procedimiento.
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Añada permisos de lectura de S3 a la función de Lambda postanotación:

1. Abra la página Funciones en la consola de Lambda.

2. Elija el nombre de la función postanotación.

3. Elija Configuración y, a continuación, seleccione Permisos.

4. Seleccione el Nombre del rol y la página de resumen de ese rol se abrirá en la consola de IAM 
en una pestaña nueva.

5. Seleccione Asociar políticas.

6. Realice una de las acciones siguientes:

• Busque y seleccione AmazonS3ReadOnlyAccess para dar permiso a la función para leer 
todos los buckets y objetos de la cuenta.

• Si necesita permisos más detallados, seleccione Crear política y utilice el ejemplo de política 
de la sección anterior para crear una política. Tenga en cuenta que debe volver a la página de 
resumen del rol de ejecución después de crear la política.

7. Si utilizó la política administrada AmazonS3ReadOnlyAccess, seleccione Asociar política.

Si creó una política nueva, vuelva a la página de resumen del rol de ejecución de Lambda y 
asocie la política que acaba de crear.

Cree funciones de Lambda para un flujo de trabajo de etiquetado personalizado

Puede crear una función de Lambda con la consola de Lambda, la AWS CLI o un SDK de AWS en 
un lenguaje de programación compatible de su elección. Utilice la Guía para desarrolladores de AWS 
Lambda para obtener más información sobre cada una de estas opciones:

• Para saber cómo crear una función de Lambda con la consola, consulte Cree una función de 
Lambda con la consola.

• Para obtener información sobre cómo crear una función de Lambda mediante la AWS CLI, 
consulte Uso de AWS Lambda con la interfaz de línea de comandos de AWS.

• Seleccione la sección correspondiente de la tabla de contenido para obtener más información 
sobre cómo trabajar con Lambda en el lenguaje que prefiera. Por ejemplo, seleccione Compilación 
con Python para obtener más información sobre el uso de Lambda con AWS SDK for Python 
(Boto3).
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Ground Truth proporciona plantillas preanotación y postanotación a través de una receta de AWS 
Serverless Application Repository (SAR). Utilice el siguiente procedimiento para seleccionar la receta 
de Ground Truth en la consola de Lambda.

Utilice la receta SAR de Ground Truth para crear funciones de Lambda preanotación y 
postanotación:

1. Abra la página Funciones en la consola de Lambda.

2. Seleccione Crear función.

3. Seleccione Examinar el repositorio de aplicaciones sin servidor.

4. En el cuadro de texto de búsqueda, escriba aws-sagemaker-ground-truth-recipe y seleccione 
esa aplicación.

5. Seleccione Implementar. La implementación de la aplicación puede tardar un par de minutos.

Una vez implementada la aplicación, aparecen dos funciones en la sección Funciones de la 
consola de Lambda: serverlessrepo-aws-sagema-GtRecipePreHumanTaskFunc-<id>
y serverlessrepo-aws-sagema-GtRecipeAnnotationConsol-<id>.

6. Seleccione una de estas funciones y añada su lógica personalizada en la sección Código.

7. Cuando haya terminado con los cambios, seleccione Implementar para implementarlas.

Pruebe las funciones de Lambda preanotación y postanotación

Puede probar las funciones de Lambda preanotación y postanotación en la consola de Lambda. 
Si es un usuario nuevo de Lambda, puede aprender a probar, o invocar, sus funciones de Lambda 
en la consola mediante el tutorial Crear una función de Lambda con la consola en la Guía para 
desarrolladores de AWS Lambda.

Puede usar las secciones de esta página para aprender a probar las plantillas preanotación y 
postanotación de Ground Truth que se proporcionan a través de un AWS Serverless Application 
Repository (SAR).

Temas

• Requisitos previos

• Pruebe la función de Lambda preanotación

• Pruebe la función de Lambda postanotación
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Requisitos previos

Debe hacer lo siguiente para utilizar las pruebas que se describen en esta página.

• Necesita acceso a la consola de Lambda y permiso para crear e invocar funciones de Lambda. 
Para saber cómo configurar estos permisos, consulte Otorgue permiso para crear y seleccionar 
una función AWS Lambda

• Si no ha implementado la receta de SAR de Ground Truth, utilice el procedimiento Cree funciones 
de Lambda para un flujo de trabajo de etiquetado personalizado para hacerlo.

• Para probar la función de Lambda postanotación, debe tener un archivo de datos en Amazon S3 
con ejemplos de datos de anotación. Para realizar una prueba sencilla, puede copiar y pegar el 
siguiente código en un archivo, guardarlo como sample-annotations.json y subirlo a Amazon 
S3. Anote el URI de S3 de este archivo; necesita esta información para configurar la prueba de 
Lambda postanotación.

[{"datasetObjectId":"0","dataObject":{"content":"To train a machine learning model, 
 you need a large, high-quality, labeled dataset. Ground Truth helps you build 
 high-quality training datasets for your machine learning models."},"annotations":
[{"workerId":"private.us-west-2.0123456789","annotationData":{"content":"{\"crowd-
entity-annotation\":{\"entities\":[{\"endOffset\":8,\"label\":\"verb\",\"startOffset
\":3},{\"endOffset\":27,\"label\":\"adjective\",\"startOffset\":11},{\"endOffset
\":33,\"label\":\"object\",\"startOffset\":28},{\"endOffset\":51,\"label\":
\"adjective\",\"startOffset\":46},{\"endOffset\":65,\"label\":\"adjective\",
\"startOffset\":53},{\"endOffset\":74,\"label\":\"adjective\",\"startOffset\":67},
{\"endOffset\":82,\"label\":\"adjective\",\"startOffset\":75},{\"endOffset\":102,
\"label\":\"verb\",\"startOffset\":97},{\"endOffset\":112,\"label\":\"verb\",
\"startOffset\":107},{\"endOffset\":125,\"label\":\"adjective\",\"startOffset
\":113},{\"endOffset\":134,\"label\":\"adjective\",\"startOffset\":126},{\"endOffset
\":143,\"label\":\"object\",\"startOffset\":135},{\"endOffset\":169,\"label
\":\"adjective\",\"startOffset\":153},{\"endOffset\":176,\"label\":\"object\",
\"startOffset\":170}]}}"}}]},{"datasetObjectId":"1","dataObject":{"content":"Sift 
 3 cups of flour into the bowl."},"annotations":[{"workerId":"private.us-
west-2.0123456789","annotationData":{"content":"{\"crowd-entity-annotation\":
{\"entities\":[{\"endOffset\":4,\"label\":\"verb\",\"startOffset\":0},{\"endOffset
\":6,\"label\":\"number\",\"startOffset\":5},{\"endOffset\":20,\"label\":\"object
\",\"startOffset\":15},{\"endOffset\":34,\"label\":\"object\",\"startOffset
\":30}]}}"}}]},{"datasetObjectId":"2","dataObject":{"content":"Jen purchased 10 
 shares of the stock on Janurary 1st, 2020."},"annotations":[{"workerId":"private.us-
west-2.0123456789","annotationData":{"content":"{\"crowd-entity-annotation
\":{\"entities\":[{\"endOffset\":3,\"label\":\"person\",\"startOffset\":0},
{\"endOffset\":13,\"label\":\"verb\",\"startOffset\":4},{\"endOffset\":16,\"label
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\":\"number\",\"startOffset\":14},{\"endOffset\":58,\"label\":\"date\",\"startOffset
\":40}]}}"}}]},{"datasetObjectId":"3","dataObject":{"content":"The narrative 
 was interesting, however the character development was weak."},"annotations":
[{"workerId":"private.us-west-2.0123456789","annotationData":{"content":"{\"crowd-
entity-annotation\":{\"entities\":[{\"endOffset\":29,\"label\":\"adjective\",
\"startOffset\":18},{\"endOffset\":73,\"label\":\"adjective\",\"startOffset
\":69}]}}"}}]}]

• Debe seguir las instrucciones para dar permiso Otorgue permisos de Lambda postanotación para 
acceder a la anotación a la función de ejecución de la función Lambda posterior a la anotación 
para que asuma la función de SageMaker ejecución que utiliza para crear el trabajo de etiquetado. 
La función Lambda posterior a la anotación utiliza la función de SageMaker ejecución para acceder 
al archivo de datos de la anotación, en S3. sample-annotations.json

Pruebe la función de Lambda preanotación

Utilice el siguiente procedimiento para probar la función de Lambda preanotación creada al 
implementar la receta de AWS Serverless Application Repository (SAR) de Ground Truth.

Pruebe la función de Lambda preanotación de la receta de SAR de Ground Truth

1. Abra la página Funciones en la consola de Lambda.

2. Seleccione la función preanotación que se implementó a partir de la receta de SAR de 
Ground Truth. El nombre de esta función es similar a serverlessrepo-aws-sagema-
GtRecipePreHumanTaskFunc-<id>.

3. En la sección Código fuente, selecciona la flecha situada junto a Probar.

4. Seleccione Configurar un evento de prueba.

5. Mantenga seleccionada la opción Crear un evento de prueba nuevo.

6. En Plantilla de evento, selecciona SageMakerGround Truth PreHumanTask.

7. Asigne un Nombre de evento a su prueba.

8. Seleccione Crear.

9. Seleccione la flecha situada junto a Probar otra vez y verá que está seleccionada la prueba 
que ha creado, que se indica con un punto junto al nombre del evento. Si no está seleccionada, 
selecciónela.

10. Seleccione Probar para ejecutar la prueba.
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Después de ejecutar la prueba, podrá ver los Resultados de la ejecución. En Registros de la función, 
debería ver una respuesta similar a la siguiente:

START RequestId: cd117d38-8365-4e1a-bffb-0dcd631a878f Version: $LATEST
Received event: { 
  "version": "2018-10-16", 
  "labelingJobArn": "arn:aws:sagemaker:us-east-2:123456789012:labeling-job/example-
job", 
  "dataObject": { 
    "source-ref": "s3://sagemakerexample/object_to_annotate.jpg" 
  }
}
{'taskInput': {'taskObject': 's3://sagemakerexample/object_to_annotate.jpg'}, 
 'isHumanAnnotationRequired': 'true'}
END RequestId: cd117d38-8365-4e1a-bffb-0dcd631a878f
REPORT RequestId: cd117d38-8365-4e1a-bffb-0dcd631a878f Duration: 0.42 ms Billed 
 Duration: 1 ms Memory Size: 128 MB Max Memory Used: 43 MB

En esta respuesta, podemos ver que el resultado de la función de Lambda coincide con la sintaxis de 
respuesta preanotación requerida:

{'taskInput': {'taskObject': 's3://sagemakerexample/object_to_annotate.jpg'}, 
 'isHumanAnnotationRequired': 'true'}

Pruebe la función de Lambda postanotación

Utilice el siguiente procedimiento para probar la función de Lambda postanotación creada al 
implementar la receta de AWS Serverless Application Repository (SAR) de Ground Truth.

Pruebe la función de Lambda postanotación de la receta de SAR de Ground Truth

1. Abra la página Funciones en la consola de Lambda.

2. Seleccione la función postanotación que se implementó a partir de la receta de SAR de 
Ground Truth. El nombre de esta función es similar a serverlessrepo-aws-sagema-
GtRecipeAnnotationConsol-<id>.

3. En la sección Código fuente, selecciona la flecha situada junto a Probar.

4. Seleccione Configurar un evento de prueba.

5. Mantenga seleccionada la opción Crear un evento de prueba nuevo.

6. En Plantilla de evento, selecciona SageMakerGround Truth AnnotationConsolidation.
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7. Asigne un Nombre de evento a su prueba.

8. Modifique el código de la plantilla de la siguiente manera:

• Sustituya el nombre de recurso de Amazon (ARN) por el roleArn ARN de la función de 
SageMaker ejecución que utilizó para crear el trabajo de etiquetado.

• Sustituya el URI de S3 en s3Uri por el URI del archivo sample-annotations.json que 
ha añadido a Amazon S3.

Después de realizar estas modificaciones, la prueba debería tener un aspecto similar al 
siguiente:

{ 
  "version": "2018-10-16", 
  "labelingJobArn": "arn:aws:sagemaker:us-east-2:123456789012:labeling-job/example-
job", 
  "labelAttributeName": "example-attribute", 
  "roleArn": "arn:aws:iam::222222222222:role/sm-execution-role", 
  "payload": { 
    "s3Uri": "s3://your-bucket/sample-annotations.json" 
  }
}

9. Seleccione Crear.

10. Seleccione la flecha situada junto a Probar otra vez y verá que está seleccionada la prueba 
que ha creado, que se indica con un punto junto al nombre del evento. Si no está seleccionada, 
selecciónela.

11. Seleccione Probar para ejecutar la prueba.

Tras ejecutar la prueba, debería ver una sección -- Consolidated Output -- en los
Registros de las funciones, que contiene una lista de todas las anotaciones incluidas en sample-
annotations.json.

Plantilla de demostración: anotación de imágenes con crowd-bounding-box

Si eliges usar una plantilla personalizada como tipo de tarea en la consola Amazon SageMaker 
Ground Truth, accedes al panel de tareas de etiquetado personalizado. Ahí puede elegir entre 
varias plantillas básicas. Las plantillas representan algunas de las tareas más frecuentes y 
proporcionan una muestra a partir de la cual trabajar cuando se crea la plantilla de la tarea de 
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etiquetado personalizada. Si no utilizas la consola o como recurso adicional, consulta las interfaces 
de usuario de Amazon SageMaker Ground Truth, donde encontrarás un repositorio de plantillas de 
demostración para distintos tipos de tareas de etiquetado.

Esta demostración funciona con la BoundingBoxplantilla. La demostración también funciona con las 
funciones de AWS Lambda necesarias para el procesamiento de datos antes y después de la tarea. 
En el repositorio de Github anterior, para encontrar plantillas que funcionen con funciones de AWS 
Lambda, busque {{ task.input.<property name> }} en la plantilla.

Temas

• Plantilla personalizada de cuadro delimitador de inicio

• Su propia plantilla personalizada de cuadro delimitador de inicio

• El archivo de manifiesto

• La función Lambda preanotación

• La función Lambda de postanotación

• La salida del trabajo de etiquetado

Plantilla personalizada de cuadro delimitador de inicio

Esta es la plantilla de cuadro delimitador de inicio que se proporciona.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-bounding-box 
    name="boundingBox" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="{{ task.input.header }}" 
    labels="{{ task.input.labels | to_json | escape }}" 
  > 

    <!-- The <full-instructions> tag is where you will define the full instructions of 
 your task. --> 
    <full-instructions header="Bounding Box Instructions" > 
      <p>Use the bounding box tool to draw boxes around the requested target of 
 interest:</p> 
      <ol> 
        <li>Draw a rectangle using your mouse over each instance of the target.</li> 
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        <li>Make sure the box does not cut into the target, leave a 2 - 3 pixel 
 margin</li> 
        <li> 
          When targets are overlapping, draw a box around each object, 
          include all contiguous parts of the target in the box. 
          Do not include parts that are completely overlapped by another object. 
        </li> 
        <li> 
          Do not include parts of the target that cannot be seen, 
          even though you think you can interpolate the whole shape of the target. 
        </li> 
        <li>Avoid shadows, they're not considered as a part of the target.</li> 
        <li>If the target goes off the screen, label up to the edge of the image.</li> 
      </ol> 
    </full-instructions> 

    <!-- The <short-instructions> tag allows you to specify instructions that are 
 displayed in the left hand side of the task interface. 
    It is a best practice to provide good and bad examples in this section for quick 
 reference. --> 
    <short-instructions> 
      Use the bounding box tool to draw boxes around the requested target of interest. 
    </short-instructions> 
  </crowd-bounding-box>
</crowd-form>

La plantillas personalizadas utilizan el lenguaje de plantillas de Liquid y todos los elementos 
que están entre llaves dobles son variables. La función de AWS Lambda de preanotación debe 
proporcionar un objeto denominado taskInput y se puede obtener acceso a las propiedades de 
dicho objeto como {{ task.input.<property name> }} en la plantilla.

Su propia plantilla personalizada de cuadro delimitador de inicio

Por ejemplo, supongamos que tiene una gran colección de fotos de animales en la que sabe el tipo 
de animal por un trabajo de clasificación de imágenes anterior. Ahora quiere que tengan dibujado a 
su alrededor un cuadro delimitador.

En el ejemplo de inicio, hay tres variables: taskObject, header y labels.

Cada uno de estos ejemplos estaría representado en diferentes partes del cuadro delimitador.

• taskObject es una URL de HTTPS o URI de S3 para la foto que se va a comentar. El | 
grant_read_access añadido es un filtro que convertirá un URI de S3 en una URL de HTTPS 
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con acceso de duración limitada a ese recurso. Si está utilizando una dirección URL de HTTPS, no 
es necesario.

• header es el texto que esta encima de la foto que se va a etiquetar; algo así como "Dibujar un 
cuadro en torno al pájaro de la foto".

• labels es una matriz, representada como ['item1', 'item2', ...]. Se trata de etiquetas 
que el trabajador puede asignar a los diferentes cuadros que dibuja. Puede tener uno o varios.

Cada uno de los nombres de variables proceden del objeto JSON de la respuesta de su Lambda 
de preanotación. Los nombres que están encima son simples sugerencias. Use los nombres de 
variables que tengan sentido para usted y facilitará la legibilidad del código entre su equipo.

Use variables solo cuando sea necesario

Si un campo no va a cambiar, puede quitar esa variable de la plantilla y reemplazarla con ese 
texto, de lo contrario tendrá que repetir dicho texto como valor en cada uno de los objetos de 
su manifiesto o codificarlo en la función de Lambda preanotación.

Example : plantilla de cuadro delimitador personalizada final

Para mantener las cosas simples, esta plantilla tendrá una variable, una etiqueta e instrucciones 
básicas. Suponiendo que el manifiesto tiene una propiedad "animal" en cada objeto de datos, dicho 
valor se puede volver a utilizar en dos partes de la plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-bounding-box 
    name="boundingBox" 
    labels="[ '{{ task.input.animal }}' ]" 
    src="{{ task.input.source-ref | grant_read_access }}" 
    header="Draw a box around the {{ task.input.animal }}." 
  > 
    <full-instructions header="Bounding Box Instructions" > 
      <p>Draw a bounding box around the {{ task.input.animal }} in the image. If  
      there is more than one {{ task.input.animal }} per image, draw a bounding  
      box around the largest one.</p> 
      <p>The box should be tight around the {{ task.input.animal }} with  
      no more than a couple of pixels of buffer around the  
      edges.</p> 
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      <p>If the image does not contain a {{ task.input.animal }}, check the <strong> 
      Nothing to label</strong> box. 
    </full-instructions> 
    <short-instructions> 
      <p>Draw a bounding box around the {{ task.input.animal }} in each image. If  
      there is more than one {{ task.input.animal }} per image, draw a bounding  
      box around the largest one.</p> 
    </short-instructions> 
  </crowd-bounding-box>
</crowd-form>

Observe la reutilización de {{ task.input.animal }} en toda la plantilla. Si el manifiesto 
tenía todos los nombres de animales escritos con una letra mayúscula al principio, podría utilizar
{{ task.input.animal | downcase }}, que incorpora uno de los filtros integrados de Liquid 
en frases en las que sea necesario que la presentación sea en minúsculas.

El archivo de manifiesto

El archivo de manifiesto debe proporcionar los valores de las variables que esté utilizando en 
la plantilla. Puede realizar algunas transformaciones en los datos del manifiesto de su Lambda 
preanotación, pero si no es necesario, tendrá un menor riesgo de errores y su Lambda se ejecutará 
con mayor rapidez. A continuación le mostramos un archivo de manifiesto de ejemplo para la 
plantilla.

{"source-ref": "<S3 image URI>", "animal": "horse"}
{"source-ref": "<S3 image URI>", "animal" : "bird"}
{"source-ref": "<S3 image URI>", "animal" : "dog"}
{"source-ref": "<S3 image URI>", "animal" : "cat"}

La función Lambda preanotación

Como parte de la configuración del trabajo, proporcione el ARN de una función AWS Lambda que se 
puede llamar para procesar las entradas de manifiesto y transferirlas al motor de la plantilla.

Asignación del nombre de la función de Lambda

La práctica recomendada para dar un nombre a su función es utilizar una de las cuatro 
cadenas siguientes como parte del nombre de función: SageMaker, Sagemaker,
sagemaker o LabelingFunction. Esto se aplica tanto a las funciones de preanotación 
como de postanotación.
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Cuando utiliza la consola, si tiene funciones de Lambda de AWS que son propiedad de su cuenta, se 
proporcionará una lista desplegable de funciones que cumplen los requisitos de nomenclatura para 
que elija una.

En este ejemplo muy básico, solo transfiere la información del manifiesto sin necesidad de realizar 
ningún procesamiento adicional en él. Esta función de preanotación de muestra está escrita para 
Python 3.7.

import json

def lambda_handler(event, context): 
    return { 
        "taskInput": event['dataObject'] 
    }

El objeto JSON del manifiesto se proporcionará como elemento secundario del objeto event. Las 
propiedades del interior del objeto taskInput estarán disponibles como variables para la plantilla, 
por lo que con solo establecer el valor de taskInput en event['dataObject'] se pasarán todos 
los valores de su objeto de manifiesto a la plantilla sin tener que copiarlos individualmente. Si desea 
enviar más valores a la plantilla, puede añadirlos al objeto taskInput.

La función Lambda de postanotación

Como parte de la configuración del trabajo, tiene que proporcionar el ARN de una función AWS 
Lambda que se pueda llamar para procesar los datos de formulario cuando un trabajador complete 
una tarea. Esto puede ser tan sencillo o complejo como desee. Si desea realizar la consolidación 
y puntuación de respuestas tal y como viene, puede aplicar los algoritmos de puntuación o 
consolidación de su elección. Si desea almacenar los datos sin procesar para el procesamiento sin 
conexión, esto es una opción.

Proporcione permisos a su Lambda de postanotación

Los datos de anotaciones estarán en un archivo designado por la cadena s3Uri en el objeto
payload. Para procesar las anotaciones a medida que están disponibles, incluso para una 
sencilla función de acceso directo, tiene que asignar el acceso S3ReadOnly a su Lambda 
para que pueda los archivos de anotaciones.
En la página Console (Consola) de creación de su Lambda, desplácese hasta el panel
Execution role (Rol de ejecución). Seleccione Create a new role from one or more templates 
(Crear un rol nuevo a partir de una o varias plantillas). Ponga un nombre al rol. Desde el 
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menú desplegable Policy templates (Plantillas de políticas), elija Amazon S3 object read-only 
permissions (Permisos de solo lectura de objetos Amazon S3). Guarde la función de Lambda 
y el rol se guardará y seleccionará.

El siguiente ejemplo se encuentra en Python 2.7.

import json
import boto3
from urlparse import urlparse

def lambda_handler(event, context): 
    consolidated_labels = [] 

    parsed_url = urlparse(event['payload']['s3Uri']); 
    s3 = boto3.client('s3') 
    textFile = s3.get_object(Bucket = parsed_url.netloc, Key = parsed_url.path[1:]) 
    filecont = textFile['Body'].read() 
    annotations = json.loads(filecont); 
     
    for dataset in annotations: 
        for annotation in dataset['annotations']: 
            new_annotation = json.loads(annotation['annotationData']['content']) 
            label = { 
                'datasetObjectId': dataset['datasetObjectId'], 
                'consolidatedAnnotation' : { 
                'content': { 
                    event['labelAttributeName']: { 
                        'workerId': annotation['workerId'], 
                        'boxesInfo': new_annotation, 
                        'imageSource': dataset['dataObject'] 
                        } 
                    } 
                } 
            } 
            consolidated_labels.append(label) 
     
    return consolidated_labels

La función Lambda de postanotación recibirá a menudo lotes de resultados de tareas en el objeto 
de evento. Este lote será el objeto payload que Lambda deberá iterar. Lo que se devolverá será un 
objeto que cumple el contrato de API.
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La salida del trabajo de etiquetado

Encontrará la salida del trabajo en una carpeta llamada como el trabajo de etiquetado del bucket de 
S3 que ha especificado. Estará en una subcarpeta llamada manifests.

Para una tarea de cuadro delimitador, el resultado que encuentre en el manifiesto de salida tendrá 
un aspecto similar al de la demostración siguiente. El ejemplo se ha limpiado para su impresión. El 
resultado real será una sola línea por registro.

Example : JSON en su manifiesto de salida

{ 
  "source-ref":"<URL>", 
  "<label attribute name>": 
    { 
       "workerId":"<URL>", 
       "imageSource":"<image URL>", 
       "boxesInfo":"{\"boundingBox\":{\"boundingBoxes\":[{\"height\":878, \"label\":
\"bird\", \"left\":208, \"top\":6, \"width\":809}], \"inputImageProperties\":{\"height
\":924, \"width\":1280}}}"}, 
  "<label attribute name>-metadata": 
    { 
      "type":"groundTruth/custom", 
      "job_name":"<Labeling job name>", 
      "human-annotated":"yes" 
    }, 
  "animal" : "bird"
}

Observe cómo se pasa el atributo animal adicional de su manifiesto original al manifiesto de salida 
en el mismo nivel que source-ref y los datos de etiquetado. Cualquier propiedad de su manifiesto 
de entrada, independientemente de si se ha utilizado en la plantilla o no, se transferirá al manifiesto 
de salida.

Plantilla de demostración: intenciones de etiquetado con crowd-classifier

Si elige una plantilla personalizada, irá a Custom labeling task panel (Panel de tareas de etiquetado 
personalizadas). Ahí puede elegir entre varias plantillas para principiantes que representan algunas 
de las tareas más frecuentes. Las plantillas proporcionan un punto de partida para trabajar en la 
creación de la plantilla de la tarea de etiquetado personalizada.
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En esta demostración, trabajará con la plantilla Intent Detection (Detección de intentos), que utiliza 
el elemento crowd-classifier y las funciones AWS Lambda necesarias para procesar los datos 
antes y después de la tarea.

Temas

• Plantilla personalizada de detección de intentos para principiantes

• La plantilla personalizada de detección de intentos

• La función Lambda de preanotación

• La función Lambda de postanotación

• Su salida de trabajo de etiquetado

Plantilla personalizada de detección de intentos para principiantes

Esta es la plantilla de detección de intentos que se proporciona como punto de partida.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-classifier 
    name="intent" 
    categories="{{ task.input.labels | to_json | escape }}" 
    header="Pick the most relevant intention expressed by the below text" 
  > 
    <classification-target> 
      {{ task.input.utterance }} 
    </classification-target> 
     
    <full-instructions header="Intent Detection Instructions"> 
        <p>Select the most relevant intention expressed by the text.</p> 
        <div> 
           <p><strong>Example: </strong>I would like to return a pair of shoes</p> 
           <p><strong>Intent: </strong>Return</p> 
        </div> 
    </full-instructions> 

    <short-instructions> 
      Pick the most relevant intention expressed by the text 
    </short-instructions> 
  </crowd-classifier>
</crowd-form>
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La plantillas personalizadas utilizan el lenguaje de plantillas de Liquid y todos los elementos 
que están entre llaves dobles son variables. La función de Lambda de AWS preanotación debe 
proporcionar un objeto denominado taskInput y se puede obtener acceso a las propiedades de 
dicho objeto como {{ task.input.<property name> }} en la plantilla.

La plantilla personalizada de detección de intentos

En la plantilla inicial, existen dos variables: la propiedad task.input.labels en la etiqueta 
de apertura del elemento crowd-classifier y la propiedad task.input.utterance en el 
contenido de la región classification-target.

A menos que necesite ofrecer diferentes conjuntos de etiquetas con distintos enunciados, evite el 
uso de una variable y utilice simplemente texto, ya que así ahorrará tiempo de procesamiento y 
existirá un menor riesgo de errores. La plantilla que se utiliza en esta demostración eliminará esa 
variable, pero las variables y los filtros como to_json se explican con más detalle en el artículo de
demostración de crowd-bounding-box.

Estilo de los elementos

Dos partes de estos elementos personalizados que a veces se pasan por alto son las regiones
<full-instructions> y <short-instructions>. Unas buenas instrucciones generan buenos 
resultados.

En los elementos que incluyen estas regiones, las <short-instructions> aparecen 
automáticamente en el panel de instrucciones situado a la izquierda de la pantalla del proceso 
de trabajo. Se puede obtener acceso a las <full-instructions> desde el enlace "View full 
instructions" (Ver instrucciones completas) situado cerca de la parte superior de ese panel. Al hacer 
clic en el enlace, se abre un panel modal con instrucciones más detalladas.

No solo puede utilizar HTML y CSS, sino que JavaScript en estas secciones le recomendamos que lo 
haga si cree que puede proporcionar un conjunto sólido de instrucciones y ejemplos que ayudarán a 
los trabajadores a completar sus tareas con mayor rapidez y precisión.
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Example Probar una muestra con JSFiddle

Pruebe una tarea de <crowd-classifier> de ejemplo. JSFiddle representa el ejemplo, por lo que 
todas las variables de la plantilla se sustituyen por valores codificados de forma rígida. Haga clic en 
el enlace "View full instructions (Ver instrucciones completas)" para ver un conjunto de ejemplos con 
estilo CSS extendido. Puedes dividir el proyecto para experimentar con tus propios cambios en el 
CSS, añadir imágenes de ejemplo o añadir JavaScript funciones ampliadas.

Example : plantilla de detección de intentos personalizada final

Aquí se utiliza la tarea de <crowd-classifier> de ejemplo, pero con una variable para
<classification-target>. Si está intentando mantener un diseño CSS consistente entre 
una serie de trabajos de etiquetado distintos, puede incluir una hoja de estilo externa mediante un 
elemento <link rel...> de la misma forma que haría en cualquier otro documento HTML.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-classifier 
    name="intent" 
    categories="['buy', 'eat', 'watch', 'browse', 'leave']" 
    header="Pick the most relevant intent expressed by the text below" 
  > 
    <classification-target> 
      {{ task.input.source }} 
    </classification-target> 
     
    <full-instructions header="Emotion Classification Instructions"> 
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      <p>In the statements and questions provided in this exercise, what category of 
 action is the speaker interested in doing?</p> 
          <table> 
            <tr> 
              <th>Example Utterance</th> 
              <th>Good Choice</th> 
            </tr> 
            <tr> 
              <td>When is the Seahawks game on?</td> 
              <td> 
                eat<br> 
                <greenbg>watch</greenbg> 
                <botchoice>browse</botchoice> 
              </td> 
            </tr> 
            <tr> 
              <th>Example Utterance</th> 
              <th>Bad Choice</th> 
            </tr> 
            <tr> 
              <td>When is the Seahawks game on?</td> 
              <td> 
                buy<br> 
                <greenbg>eat</greenbg> 
                <botchoice>watch</botchoice> 
              </td> 
            </tr> 
          </table> 
    </full-instructions> 

    <short-instructions> 
      What is the speaker expressing they would like to do next? 
    </short-instructions>   
  </crowd-classifier>
</crowd-form>
<style> 
  greenbg { 
    background: #feee23; 
    display: block; 
  } 

  table { 
    *border-collapse: collapse; /* IE7 and lower */ 
    border-spacing: 0;  
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  } 

  th, tfoot, .fakehead { 
    background-color: #8888ee; 
    color: #f3f3f3; 
    font-weight: 700; 
  } 

  th, td, tfoot { 
      border: 1px solid blue; 
  } 

  th:first-child { 
    border-radius: 6px 0 0 0; 
  } 

  th:last-child { 
    border-radius: 0 6px 0 0; 
  } 

  th:only-child{ 
    border-radius: 6px 6px 0 0; 
  } 

  tfoot:first-child { 
    border-radius: 0 0 6px 0; 
  } 

  tfoot:last-child { 
    border-radius: 0 0 0 6px; 
  } 

  tfoot:only-child{ 
    border-radius: 6px 6px; 
  } 

  td { 
    padding-left: 15px ; 
    padding-right: 15px ; 
  } 

  botchoice { 
    display: block; 
    height: 17px; 
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    width: 490px; 
    overflow: hidden; 
    position: relative; 
    background: #fff; 
    padding-bottom: 20px; 
  } 

  botchoice:after { 
    position: absolute; 
    bottom: 0; 
    left: 0;   
    height: 100%; 
    width: 100%; 
    content: ""; 
    background: linear-gradient(to top, 
       rgba(255,255,255, 1) 55%,  
       rgba(255,255,255, 0) 100% 
    ); 
    pointer-events: none; /* so the text is still selectable */ 
  }
</style>

Example : su archivo de manifiesto

Si está preparando manualmente el archivo de manifiesto para una tarea de clasificación de texto de 
este tipo, dé un formato a los datos de la siguiente manera:

{"source": "Roses are red"}
{"source": "Violets are Blue"}
{"source": "Ground Truth is the best"}
{"source": "And so are you"}

Esto difiere del archivo de manifiesto utilizado para la demostración "Plantilla de demostración: 
anotación de imágenes con crowd-bounding-box" en que source-ref se utilizó como el nombre 
de la propiedad en lugar de source. El uso de source-ref designa los URI de S3 para imágenes u 
otros archivos que deben convertirse a HTTP. De lo contrario, debe utilizarse source tal cual con las 
cadenas de texto anteriores.

La función Lambda de preanotación

Como parte de la configuración del trabajo, tendrá que proporcionar el ARN de un AWS Lambda que 
se puede llamar para procesar las entradas de manifiesto y transferirlas al motor de la plantilla.
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Esta función de Lambda debe tener una de las cuatro cadenas siguientes como parte del nombre de 
la función: SageMaker, Sagemaker, sagemaker o LabelingFunction.

Esto se aplica tanto a las Lambdas de preanotación como de postanotación.

Cuando utiliza la consola, si tiene Lambda que son propiedad de su cuenta, se proporcionará una 
lista desplegable de funciones que cumplen los requisitos de nomenclatura para que elija una.

En este ejemplo muy básico donde solo tiene una variable, se trata básicamente de una función de 
paso a través. A continuación, le mostramos una función de Lambda de etiquetado previo de ejemplo 
que utiliza Python 3.7.

import json

def lambda_handler(event, context): 
    return { 
        "taskInput":  event['dataObject'] 
    }

La propiedad dataObject de event contiene las propiedades de un objeto de datos del manifiesto.

En esta demostración, que es un simple acceso directo, solo pasa esto directamente como el 
valor taskInput. Si añade propiedades con esos valores al objeto event['dataObject'], 
estas estarán disponibles para la plantilla HTML como variables Liquid con el formato
{{ task.input.<property name> }}.

La función Lambda de postanotación

Como parte de la configuración del trabajo, tendrá que proporcionar el ARN de una función de 
Lambda a la que se puede llamar para procesar los datos de formulario cuando un trabajador 
completa una tarea. Esto puede ser tan sencillo o complejo como desee. Si desea realizar la 
consolidación y puntuación de respuestas a medida que entran los datos, puede aplicar los 
algoritmos de puntuación o consolidación que desee. Si desea almacenar los datos sin procesar para 
el procesamiento sin conexión, esto es una opción.

Establecimiento de permisos a su función lambda de postanotación

Los datos de anotaciones estarán en un archivo designado por la cadena s3Uri en el objeto
payload. Para procesar las anotaciones a medida que están disponibles, incluso para una 
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sencilla función de acceso directo, tiene que asignar el acceso S3ReadOnly a su Lambda 
para que pueda los archivos de anotaciones.
En la página Console (Consola) de creación de su Lambda, desplácese hasta el panel
Execution role (Rol de ejecución). Seleccione Create a new role from one or more templates 
(Crear un rol nuevo a partir de una o varias plantillas). Ponga un nombre al rol. Desde el 
menú desplegable Policy templates (Plantillas de políticas), elija Amazon S3 object read-only 
permissions (Permisos de solo lectura de objetos Amazon S3). Guarde la función de Lambda 
y el rol se guardará y seleccionará.

El siguiente ejemplo es para Python 3.7.

import json
import boto3
from urllib.parse import urlparse

def lambda_handler(event, context): 
    consolidated_labels = [] 

    parsed_url = urlparse(event['payload']['s3Uri']); 
    s3 = boto3.client('s3') 
    textFile = s3.get_object(Bucket = parsed_url.netloc, Key = parsed_url.path[1:]) 
    filecont = textFile['Body'].read() 
    annotations = json.loads(filecont); 
     
    for dataset in annotations: 
        for annotation in dataset['annotations']: 
            new_annotation = json.loads(annotation['annotationData']['content']) 
            label = { 
                'datasetObjectId': dataset['datasetObjectId'], 
                'consolidatedAnnotation' : { 
                'content': { 
                    event['labelAttributeName']: { 
                        'workerId': annotation['workerId'], 
                        'result': new_annotation, 
                        'labeledContent': dataset['dataObject'] 
                        } 
                    } 
                } 
            } 
            consolidated_labels.append(label) 
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    return consolidated_labels

Su salida de trabajo de etiquetado

La función Lambda de postanotación recibirá a menudo lotes de resultados de tareas en el objeto de 
evento. Este lote será el objeto payload que Lambda deberá iterar.

Encontrará la salida del trabajo en una carpeta llamada como el trabajo de etiquetado del bucket de 
S3 que ha especificado. Estará en una subcarpeta llamada manifests.

Para una tarea de detección de intentos, el resultado del manifiesto de salida tendrá un aspecto 
similar al de la demostración siguiente. Hemos limpiado e incluido espacios en el ejemplo para 
facilitar su comprensión. La salida real estará más comprimida para la lectura automática.

Example : JSON en su manifiesto de salida

[ 
  { 
    "datasetObjectId":"<Number representing item's place in the manifest>", 
     "consolidatedAnnotation": 
     { 
       "content": 
       { 
         "<name of labeling job>": 
         {      
           "workerId":"private.us-east-1.XXXXXXXXXXXXXXXXXXXXXX", 
           "result": 
           { 
             "intent": 
             { 
                 "label":"<label chosen by worker>" 
             } 
           }, 
           "labeledContent": 
           { 
             "content":"<text content that was labeled>" 
           } 
         } 
       } 
     } 
   }, 
  "datasetObjectId":"<Number representing item's place in the manifest>", 
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     "consolidatedAnnotation": 
     { 
       "content": 
       { 
         "<name of labeling job>": 
         {      
           "workerId":"private.us-east-1.6UDLPKQZHYWJQSCA4MBJBB7FWE", 
           "result": 
           { 
             "intent": 
             { 
                 "label": "<label chosen by worker>" 
             } 
           }, 
           "labeledContent": 
           { 
             "content": "<text content that was labeled>" 
           } 
         } 
       } 
     } 
   }, 
     ... 
     ... 
     ...
]

Esto puede serle útil para crear y utilizar su propia plantilla personalizada.

Flujos de trabajo personalizados a través de la API

Cuando haya creado su plantilla de interfaz de usuario personalizada (paso 2) y las funciones de 
Lambda de procesamiento (paso 3), debe colocar la plantilla en un bucket de Amazon S3 con un 
formato de nombre de archivo como el siguiente: <FileName>.liquid.html.

Utilice la acción CreateLabelingJob para configurar su tarea. Utilizará la ubicación de una 
plantilla personalizada (Paso 2: Creación de la plantilla de tareas de etiquetado personalizada) 
almacenada en un archivo <filename>.liquid.html en S3 como el valor del campo
UiTemplateS3Uri en el objeto UiConfig dentro del objetoHumanTaskConfig.

Para las tareas de AWS Lambda descritas en Paso 3: Procesamiento con AWS 
Lambda, el ARN de la tarea postanotación se utilizará como valor para el campo
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AnnotationConsolidationLambdaArn y la tarea preanotación se utilizará como valor para
PreHumanTaskLambdaArn..

Crear un trabajo de etiquetado

Puedes crear un trabajo de etiquetado en la SageMaker consola de Amazon y ejecutar un AWS SDK 
en el idioma que prefierasCreateLabelingJob. Después de crear un trabajo de etiquetado, puede 
realizar un seguimiento de las métricas de trabajador (para trabajadores privados) y del estado del 
trabajo de etiquetado mediante CloudWatch.

Antes de crear un trabajo de etiquetado, se recomienda revisar las siguientes páginas, si procede:

• Puede especificar los datos de entrada mediante una configuración de datos automática 
en la consola o un archivo de manifiesto de entrada en la consola o cuando utilice la API
CreateLabelingJob. Para configuración de datos automatizada, consulte Configuración de 
datos automatizada. Para aprender a crear un archivo de manifiesto de entrada, consulte Use un 
archivo de manifiesto de entrada.

• Revise las cuotas de datos de entrada de los trabajos de etiquetado: Cuotas de datos de entrada.

Después de elegir el tipo de tarea, utilice los temas de esta página para aprender a crear un trabajo 
de etiquetado.

Si es un usuario nuevo de Ground Truth, le recomendamos que comience por repasar la 
demostración en Introducción.

Important

Ground Truth requiere que todos los buckets de S3 que contengan datos de imagen de 
entrada de trabajos de etiquetado tengan asociada una política de CORS. Para obtener más 
información, consulte Requisito del permiso CORS.

Temas

• Tipos de tareas integrados

• Crear páginas de instrucciones

• Crear un trabajo de etiquetado (consola)

• Crear un trabajo de etiquetado (API)
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• Crear un trabajo de etiquetado en streaming

• Crear un archivo de configuración de categorías de etiquetado con atributos de categorías de 
etiquetas y fotogramas

Tipos de tareas integrados

Amazon SageMaker Ground Truth tiene varios tipos de tareas integradas. Ground Truth proporciona 
una plantilla de tareas de trabajo para los tipos de tareas integrados. Además, algunos tipos de 
tareas integrados admiten Automatizar el etiquetado de datos. En los temas siguientes, se describe 
cada tipo de tarea integrado y se muestran las plantillas de tareas de trabajo proporcionadas por 
Ground Truth en la consola. Para obtener información acerca de cómo crear un trabajo de etiquetado 
en la consola utilizando uno de estos tipos de tareas, seleccione el tipo de tarea.

Etiquetar imágenes Texto de etiqueta Etiquetar vídeos y 
fotogramas de vídeo

Etiquetado de nubes 
de puntos 3D

• Cuadro delimitador

• Clasificación de 
imágenes (etiqueta 
única)

• Clasificación de 
imágenes (etiqueta 
s múltiples)

• Segmentación 
semántica de 
imágenes

• Verificar y ajustar 
etiquetas

• Reconocimiento 
de entidades con 
nombre

• Clasificación de 
texto (etiqueta 
única)

• Clasificación de 
texto (etiquetas 
múltiples)

• Clasificación de 
vídeo

• Detección de 
objetos en 
fotogramas de 
vídeo

• Seguimiento 
de objetos en 
fotogramas de 
vídeo

• Detección de 
objetos en nubes 
de puntos 3D

• Seguimiento de 
objetos en nubes 
de puntos 3D

• Segmentación 
semántica de nube 
de puntos 3D

Note

Cada uno de los tipos de tareas de fotograma de vídeo y nube de puntos 3D tiene un tipo 
de tarea de ajuste que se utiliza para comprobar y ajustar las etiquetas de un trabajo de 
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etiquetado anterior. Seleccione en la página anterior un fotograma de vídeo o una tarea de 
nube de puntos 3D para aprender a ajustar las etiquetas creadas con ese tipo de tarea.

Crear páginas de instrucciones

Cree instrucciones personalizadas para trabajos de etiquetado para mejorar la precisión del 
trabajador en la realización de la tarea. Puede modificar las instrucciones predeterminadas que se 
facilitan en la consola o crear las suyas propias. Las instrucciones se muestran al trabajador en la 
página en la que completa su tarea de etiquetado.

Existen dos tipos de instrucciones:

• Instrucciones breves: instrucciones que aparecen en la misma página web donde el trabajador 
realiza su tarea. Estas instrucciones deben proporcionar una referencia sencilla para mostrar al 
trabajador la forma correcta de etiquetar un objeto.

• Instrucciones completas: instrucciones que aparecen en un cuadro de diálogo que se superpone 
a la página donde el trabajador realiza su tarea. Le recomendamos que facilite instrucciones 
detalladas para completar la tarea con varios ejemplos que muestren casos periféricos y otras 
situaciones difíciles para etiquetar objetos.

Cree instrucciones en la consola al crear el trabajo de etiquetado. Comience con las instrucciones ya 
existentes para la tarea y utilice el editor para modificarlas de acuerdo con el trabajo.

Note

Una vez que cree su trabajo de etiquetado, se iniciará automáticamente y no podrá modificar 
las instrucciones. Si necesita cambiar las instrucciones de trabajo, detenga el trabajo de 
etiquetado que ha creado, clónelo y modifique las instrucciones antes de crear un nuevo 
trabajo.
Para clonar un trabajo de etiquetado en la consola, selecciónelo y, a continuación, seleccione
Clonar en el menú Acciones.
Para clonar un trabajo de etiquetado utilizando la API de Amazon SageMaker o su 
SDK de Amazon SageMaker preferido, realice una nueva solicitud a la operación
CreateLabelingJob con las mismas especificaciones que su trabajo original después de 
modificar las instrucciones de trabajo.
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Instrucciones breves

Las instrucciones breves aparecen en la misma página web que los trabajadores utilizan para 
etiquetar los objetos de datos. Por ejemplo, a continuación se muestra la página de edición de una 
tarea de cuadro delimitador. El panel de las instrucciones breves está en el lado izquierdo.

Tenga en cuenta que un trabajador solo dedicará unos segundos a leer las instrucciones breves. 
Los trabajadores deben poder echar un vistazo y comprender la información rápidamente. En todos 
los casos deberían tardar menos tiempo en comprender las instrucciones que en completar la tarea. 
Tenga en cuenta estos puntos:

• Las instrucciones tienen que ser claras y sencillas.
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• Las imágenes son mejores que las palabras. Cree una ilustración sencilla de la tarea que los 
trabajadores puedan comprender inmediatamente.

• Si tiene que utilizar palabras, recurra a ejemplos breves y concisos.

• Las instrucciones breves son más importante que las instrucciones completas.

La consola de Amazon SageMaker Ground Truth proporciona un editor para que pueda crear 
instrucciones breves. Reemplace el texto del marcador de posición y las imágenes con instrucciones 
para la tarea. Obtenga una vista previa de la página de tarea del trabajador eligiendo Vista previa. 
La vista previa se abrirá en una nueva ventana. Asegúrese de desactivar el bloqueo de elementos 
emergentes para que se abra la ventana.

Instrucciones completas

Puede facilitar instrucciones adicionales a sus trabajadores en un cuadro de diálogo que se 
superpone a la página donde los trabajadores etiquetan los objetos de datos. Utilice instrucciones 
completas para explicar las tareas más complejas y mostrar a los trabajadores la manera correcta de 
etiquetar casos periféricos u otros objetos difíciles.

Puede crear instrucciones completas con un editor en la consola de Ground Truth. Al igual que con 
las instrucciones rápidas, tenga en cuenta lo siguiente:

• Los trabajadores necesitarán instrucciones detalladas las primeras veces que completen su tarea. 
Toda la información que necesiten debe encontrarse en las instrucciones breves.

• Las imágenes son más importante que las palabras.

• El texto debe ser conciso.

• Las instrucciones completas deben complementar las instrucciones breves. No repita información 
que aparezca en las instrucciones breves.

La consola de Ground Truth proporciona un editor que permite crear instrucciones completas. 
Reemplace el texto del marcador de posición y las imágenes con instrucciones para la tarea. 
Obtenga una vista previa de la página de instrucciones completas eligiendo Vista previa. La 
vista previa se abrirá en una nueva ventana. Asegúrese de desactivar el bloqueo de elementos 
emergentes para que se abra la ventana.
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Añadir imágenes de ejemplo a las instrucciones

Las imágenes proporcionan ejemplos útiles a los trabajadores. Para añadir una imagen de acceso 
público a las instrucciones:

• Coloque el cursor donde debe ir la imagen en el editor de instrucciones.

• Haga clic en el icono de la imagen en la barra de herramientas del editor.

• Introduzca la URL de la imagen.

Si no se puede acceder públicamente a la imagen de instrucciones en Amazon S3:

• Como URL de imagen, escriba: {{ 'https://s3.amazonaws.com/your-bucket-
name/image-file-name' | grant_read_access }}.

• Esto representa la URL de la imagen con un código añadido de acceso único y duración limitada 
para que el navegador del trabajador pueda mostrarla. En el editor de instrucciones se muestra un 
icono de imagen rota, pero al previsualizar la herramienta se muestra la imagen en la vista previa 
representada.

Crear un trabajo de etiquetado (consola)

Puede utilizar la consola de Amazon SageMaker para crear un trabajo de etiquetado para todos 
los tipos de tareas integrados de Ground Truth y flujos de trabajo de etiquetado personalizados. 
Para los tipos de tareas integradas, le recomendamos que utilice esta página junto con la página 
correspondiente al tipo de tarea. Cada página de tipo de tarea incluye detalles específicos sobre 
cómo crear un trabajo de etiquetado utilizando ese tipo de tarea.

Para crear un trabajo de etiquetado en la consola de SageMaker debe proporcionar lo siguiente:

• Un archivo de manifiesto de entrada en Amazon S3. Puede colocar un conjunto de datos de 
entrada en Amazon S3 y generar automáticamente un archivo de manifiesto mediante la consola 
de Ground Truth (no compatible con los trabajos de etiquetado en nubes de puntos 3D).

También puede crear un archivo de manifiesto de entrada de forma manual. Para saber cómo 
hacerlo, consulte Datos de entrada.

• Un bucket de Amazon S3 para almacenar los datos de salida.

• Un rol de IAM con permiso para acceder a los recursos de Amazon S3 y una política de ejecución 
de SageMaker asociada. Para conseguir una solución general, puede asociar la política 
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administrada, AmazonSageMakerFullAccess, a un rol de IAM e incluir sagemaker en el nombre 
del bucket.

Para obtener políticas más detalladas, consulte the section called “Permisos de IAM”.

Los tipos de tareas de nube de puntos 3D presentan consideraciones de seguridad adicionales.
Más información.

• Un equipo de trabajo. Un equipo de trabajo se crea a partir de un personal compuesto por 
trabajadores de Amazon Mechanical Turk, proveedores o sus propios trabajadores privados. Para 
obtener más información, consulte Creación y gestión de personal.

No puede utilizar el personal de Amazon Mechanical Turk para tareas de etiquetado en nubes de 
puntos 3D o fotogramas de vídeo.

• Si utiliza un flujo de trabajo de etiquetado personalizado, debe guardar una plantilla de tarea de 
trabajadores en Amazon S3 y proporcionar un URI de Amazon S3 para esa plantilla. Para obtener 
más información, consulte Paso 2: Creación de la plantilla de tareas de etiquetado personalizada.

• (Opcional) Un ARN de clave de AWS KMS si desea que SageMaker cifre la salida del trabajo de 
etiquetado utilizando su propia clave de cifrado de AWS KMS en lugar de la clave de servicio de 
Amazon S3 predeterminada.

• (Opcional) Las etiquetas existentes para el conjunto de datos que utiliza para el trabajo de 
etiquetado. Utilice esta opción si desea que los trabajadores ajusten y aprueben o rechacen 
etiquetas.

• Si desea crear un trabajo de etiquetado de ajuste o verificación, debe tener un archivo de 
manifiesto de salida en Amazon S3 que contenga las etiquetas que desea ajustar o verificar. Esta 
opción solo se admite para los trabajos de etiquetado de imágenes con cuadros delimitadores y 
segmentación semántica y para los trabajos de etiquetado en nubes de puntos 3D y en fotogramas 
de vídeo. Se recomienda utilizar las instrucciones de Verificar y ajustar etiquetas para crear un 
trabajo de etiquetado de verificación o ajuste.

Important

El equipo de trabajo, el archivo de manifiesto de entrada, el bucket de salida y otros recursos 
de Amazon S3 deben estar en la misma región de AWS que utiliza para crear el trabajo de 
etiquetado.
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Cuando crea un trabajo de etiquetado con la consola de SageMaker, añade instrucciones y etiquetas 
para el trabajador a la interfaz de usuario del trabajador que proporciona Ground Truth. Es posible 
obtener una vista previa e interactuar con la interfaz de usuario del trabajador al crear un trabajo de 
etiquetado en la consola. También se puede obtener una vista previa de la interfaz de usuario del 
trabajador en la página de tipos de tareas integradas.

Para crear un trabajo de etiquetado (consola)

1. Inicie sesión en la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, elija Trabajos de etiquetado.

3. En la página Trabajos de etiquetado, elija Crear un trabajo de etiquetado.

4. En Nombre del trabajo, introduzca un nombre para el trabajo de etiquetado.

5. (Opcional) Si desea identificar las etiquetas con una clave, seleccione Deseo especificar un 
nombre de atributo de etiqueta distinto del nombre del trabajo de etiquetado. Si no selecciona 
esta opción, el nombre del trabajo de etiquetado especificado en el paso anterior se utilizará 
para identificar las etiquetas en el archivo de manifiesto de salida.

6. Elija una configuración de datos para crear una conexión entre el conjunto de datos de entrada y 
Ground Truth.

• Para Configuración de datos automatizada:

• Siga las instrucciones de Configuración de datos automatizada para los trabajos de 
etiquetado de imágenes, textos y videoclips.

• Siga las instrucciones de Configuración automatizada de datos de entrada de fotogramas de 
vídeo para los trabajos de etiquetado de fotogramas de vídeo.

• Para Configuración manual de datos:

• Para Ubicación del conjunto de datos de entrada, proporcione la ubicación de Amazon S3 
en la que se encuentra el archivo de manifiesto de entrada. Por ejemplo, si el archivo de 
manifiesto de entrada, manifest.json, se encuentra en example-bucket, introduzca s3://
example-bucket/manifest.json.

• Para Ubicación del conjunto de datos de salida, proporcione la ubicación de Amazon S3 en 
la que desea que Ground Truth almacene los datos de salida del trabajo de etiquetado.

7. Para Rol de IAM, elija un rol de IAM existente o cree un rol de IAM con permiso para acceder 
a sus recursos en Amazon S3, para escribir en el bucket de Amazon S3 de salida especificado 
anteriormente y con una política de ejecución de SageMaker asociada.
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8. (Opcional) Para Configuración adicional, puede especificar la cantidad del conjunto de datos 
que desea que etiqueten los trabajadores y si desea que SageMaker cifre los datos de salida 
del trabajo de etiquetado mediante una clave de cifrado de AWS KMS. Para cifrar los datos 
de salida, debe tener los permisos de AWS KMS necesarios asociados al rol de IAM que 
proporcionó en el paso anterior. Para obtener más información, consulte the section called 
“Permisos de IAM”.

9. En la sección Tipo de tarea en Categoría de tarea, utilice el menú desplegable para seleccionar 
la categoría de la tarea.

10. En Selección de tarea, elija el tipo de tarea.

11. (Opcional) Proporcione etiquetas para el trabajo de etiquetado para facilitar la búsqueda en la 
consola más adelante.

12. Elija Siguiente.

13. En la sección Empleados elija el tipo de personal que desea utilizar. Para obtener más 
información sobre las opciones de personal, consulte Creación y gestión de personal.

14. (Opcional) Después de seleccionar trabajadores, especifique el Tiempo de espera de tareas. Es 
el tiempo máximo del que dispone un trabajador para trabajar en una tarea.

Para las tareas de anotación de nube de puntos 3D, el tiempo de espera de tareas 
predeterminado es de 3 días. El tiempo de espera predeterminado para trabajos de clasificación 
de texto e imágenes y de etiquetado de verificación es de 5 minutos. El tiempo de espera 
predeterminado para todos los demás trabajos de etiquetado es de 60 minutos.

15. (Opcional) Para los tipos de tareas con cuadro delimitador, segmentación semántica, fotogramas 
de vídeo y nube de puntos 3D, puede seleccionar Mostrar etiquetas existentes si desea mostrar 
etiquetas para el conjunto de datos de entrada para que los trabajadores las verifiquen o ajusten.

Para los trabajos de etiquetado con cuadro delimitador y segmentación semántica, se creará un 
trabajo de etiquetado de ajuste.

Para trabajos de etiquetado en nubes de puntos 3D y fotogramas de vídeo:

• Seleccione Ajuste para crear un trabajo de etiquetado de ajuste. Al seleccionar esta opción, 
puede añadir nuevas etiquetas, pero no puede eliminar ni editar las etiquetas existentes 
del trabajo anterior. Si lo desea, puede elegir los atributos de las categorías de etiquetas 
y los atributos de fotogramas que desee que editen los trabajadores. Para que un atributo 
sea editable, active la casilla de verificación Permitir a los trabajadores editar este atributo
correspondiente a ese atributo.
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Puede agregar opcionalmente nuevos atributos de categoría de etiqueta y de fotograma.

• Seleccione Verificación para crear un trabajo de etiquetado de ajuste. Cuando selecciona esta 
opción, no puede añadir, modificar ni eliminar etiquetas existentes del trabajo anterior. Si lo 
desea, puede elegir los atributos de las categorías de etiquetas y los atributos de fotogramas 
que desee que editen los trabajadores. Para que un atributo sea editable, active la casilla de 
verificación Permitir a los trabajadores editar este atributo correspondiente a ese atributo.

Le recomendamos añadir nuevos atributos de categoría de etiqueta a las etiquetas que 
desea que los trabajadores verifiquen o añadir uno o más atributos de fotograma para que los 
trabajadores proporcionen información sobre el fotograma completo.

Para obtener más información, consulte Verificar y ajustar etiquetas.

16. Configura la interfaz de usuario del trabajador:

• Si utiliza un tipo de tarea integrada, especifique las instrucciones y etiquetas para los 
trabajadores.

• Para clasificación de imágenes y textos (etiquetas únicas y múltiples), debe especificar al 
menos dos categorías de etiquetas. Para todos los demás tipos de tareas integradas, debe 
especificar al menos una categoría de etiqueta.

• (Opcional) Si va a crear un trabajo de etiquetado en nubes de puntos 3D o de fotogramas 
de vídeo, puede especificar los atributos de categoría de etiqueta (no compatibles con la 
segmentación semántica de nube de puntos 3D) y los atributos de fotograma. Los atributos 
de categoría de etiqueta se pueden asignar a una o varias etiquetas. Los atributos de 
fotograma aparecerán en cada etiqueta de nube de puntos o fotogramas de vídeo del 
trabajador. Para obtener más información, consulte Interfaz de usuario (IU) del trabajador
para nube de puntos 3D y Interfaz de usuario (IU) del trabajador para fotogramas de vídeo.

• (Opcional) Agregue Instrucciones adicionales para ayudar al trabajador a completar la tarea.

• Si va a crear un flujo de trabajo de etiquetado personalizado, debe:

• Introducir una plantilla personalizada en el cuadro de código. Se pueden crear plantillas 
personalizadas utilizando una combinación de HTML, lenguaje de plantillas Liquid y 
nuestros componentes web prediseñados. Opcionalmente, puede elegir una plantilla base 
en el menú desplegable para comenzar.

• Especifique funciones de Lambda de preanotación y postanotación. Para aprender a crear 
estas funciones, consulte Paso 3: Procesamiento con AWS Lambda.
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17. (Opcional) Puede seleccionar Ver vista previa para obtener una vista previa de las etiquetas e 
instrucciones de trabajo e interactuar con la interfaz de usuario del trabajador. Asegúrese de que 
el bloqueador de ventanas emergentes del navegador está deshabilitado antes de generar la 
vista previa.

18. Seleccione Crear.

Una vez que haya creado correctamente el trabajo de etiquetado, se le redirigirá a la página Trabajos 
de etiquetado . El estado del trabajo de etiquetado que acaba de crear será En curso. Este estado se 
actualiza progresivamente a medida que los trabajadores completan sus tareas. Cuando todas las 
tareas se hayan completado correctamente, el estado cambiará a Completado.

Si se produjo un problema al crear el trabajo de etiquetado, el estado cambiará a Error.

Para ver más información sobre el trabajo, elija el nombre del trabajo de etiquetado.

Pasos siguientes

Cuando el estado del trabajo de etiquetado cambie a Completado, podrá ver los datos de salida 
en el bucket de Amazon S3 que especificó al crear ese trabajo de etiquetado. Para obtener más 
información sobre el formato de los datos de salida, consulte Datos de salida.

Crear un trabajo de etiquetado (API)

Para crear un trabajo de etiquetado mediante la API de Amazon SageMaker, utilice la operación
CreateLabelingJob. Para obtener instrucciones específicas sobre cómo crear un trabajo de 
etiquetado para un tipo de tarea integrada, consulte la página de tipo de tarea. Para aprender a crear 
un trabajo de etiquetado en streaming, que es un trabajo de etiquetado que se ejecuta de forma 
permanente, consulte Crear un trabajo de etiquetado en streaming.

Para utilizar la operación CreateLabelingJob, necesita lo siguiente:

• Una plantilla de tarea del trabajador (UiTemplateS3Uri) o un ARN de interfaz de usuario de 
tareas humanas (HumanTaskUiArn) en Amazon S3.

• Para los trabajos de nube de puntos 3D, los trabajos de detección y seguimiento de objetos en 
vídeo y los trabajos de NER, utilice el ARN que aparece en HumanTaskUiArn para el tipo de 
tarea.

• Si utiliza un tipo de tarea integrada que no sea una tarea de nube de puntos 3D, puede agregar 
las instrucciones de trabajo a una de las plantillas prediseñadas y guardar la plantilla (con una 
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extensión .html o .liquid) en el bucket de S3. Busque las plantillas de prediseñadas en la página 
de tipo de tarea.

• Si utiliza un flujo de trabajo de etiquetado personalizado, puede crear una plantilla personalizada 
y guardarla en el bucket de S3. Para aprender a crear una plantilla de trabajo personalizada, 
consulte Paso 2: Creación de la plantilla de tareas de etiquetado personalizada. Para 
conocer los elementos HTML personalizados que puede utilizar para personalizar la plantilla, 
consulte Referencia de Crowd HTML Elements. Para acceder a un repositorio de plantillas de 
demostración con diversos tipos de tareas de etiquetado, consulte Amazon SageMaker Ground 
Truth Sample Task UIs.

• Un archivo de manifiesto de entrada que especifica los datos de entrada en Amazon S3. 
Especifique la ubicación del archivo de manifiesto de entrada en ManifestS3Uri. Para obtener 
información sobre cómo crear un manifiesto de entrada, consulte Datos de entrada. Si crea 
un trabajo de etiquetado en streaming, esto es opcional. Para aprender a crear un trabajo de 
etiquetado en streaming, consulte Crear un trabajo de etiquetado en streaming.

• Un bucket de Amazon S3 para almacenar los datos de salida. Usted especifica este bucket y, 
opcionalmente, un prefijo en S3OutputPath.

• Un archivo de configuración de categoría de etiqueta. El nombre de cada categoría de etiquetas 
debe ser único. Especifique la ubicación de este archivo en Amazon S3 utilizando el parámetro
LabelCategoryConfigS3Uri. El formato y las categorías de etiquetas de este archivo 
dependen del tipo de tarea que utilice:

• Para clasificación de imágenes y textos (etiquetas únicas y múltiples), debe especificar al 
menos dos categorías de etiquetas. Para todos los demás tipos de tareas, el número mínimo de 
categorías de etiquetas requeridas es una.

• En el caso de las tareas de reconocimiento de entidades con nombre, debe proporcionar las 
instrucciones de trabajo en este archivo. Consulte Proporcionar instrucciones para trabajadores 
en el archivo de configuración de categorías de etiquetas para obtener información detallada y 
un ejemplo.

• Para el tipo de tarea de nube de puntos 3D y fotogramas de vídeo, utilice el formato de Crear un 
archivo de configuración de categorías de etiquetado con atributos de categorías de etiquetas y 
fotogramas.

• Para todos los demás tipos de tareas integradas y tareas personalizadas, el archivo de 
configuración de categoría de etiqueta debe ser un archivo JSON con el siguiente formato. 
Identifique las etiquetas que desea utilizar reemplazando label_1, label_2,... y label_n
por las categorías de etiquetas.
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{ 
    "document-version": "2018-11-28" 
    "labels": [ 
        {"label": "label_1"}, 
        {"label": "label_2"}, 
        ... 
        {"label": "label_n"} 
    ]
}

• Un rol de AWS Identity and Access Management (IAM) con la política de IAM administrada por
AmazonSageMakerGroundTruthExecution asociada y con permisos para acceder a los bucket de 
S3. Especifique este rol en RoleArn. Para obtener más información sobre esta política, consulte
Utilice las políticas administradas de IAM con Ground Truth. Si necesita permisos pormenorizados, 
consulte the section called “Permisos de IAM”.

Si el nombre del bucket de entrada o salida no contiene sagemaker, puede asociar una política 
similar a la siguiente al rol que se pasa a la operación CreateLabelingJob.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_input_bucket/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_output_bucket/*" 
            ] 
        } 
    ]
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}

• Un nombre de recurso de Amazon (ARN) de la función AWS Lambda de preanotación y 
postanotación (o de consolidación de anotaciones) para procesar los datos de entrada y de salida.

• Las funciones de Lambda están predefinidas en cada región de AWS para tipos de tareas 
integrados. Para buscar el ARN de Lambda de preanotación para su región, consulte
PreHumanTaskLambdaArn. Para buscar el ARN de Lambda de consolidación de anotaciones 
para su región, consulte AnnotationConsolidationLambdaArn.

• Para flujos de trabajo de etiquetado personalizados, debe proporcionar un ARN de Lambda de 
preanotación y postanotación personalizado. Para obtener información sobre cómo crear estas 
funciones de Lambda, consulte Paso 3: Procesamiento con AWS Lambda.

• Un ARN de equipo de trabajo que especifique en WorkteamArn. Recibirá un ARN de equipo de 
trabajo cuando se suscriba a la plantilla de un proveedor o cree un equipo de trabajo privado. Si 
va a crear un trabajo de etiquetado para un tipo de tarea de fotogramas de vídeo o de nube de 
puntos, no puede utilizar el personal de Amazon Mechanical Turk. Para todos los demás tipos de 
tareas, para utilizar el personal de Mechanical Turk, utilice el siguiente ARN. Sustituya region por 
la región de AWS en la que vaya a crear el trabajo de etiquetado.

arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

Si utiliza el personal de Amazon Mechanical Turk, utilice el parámetro ContentClassifiers
en DataAttributes para declarar que el contenido está libre de información de identificación 
personal o contenido para adultos.

Ground Truth exige que sus datos de entrada estén libres de información de identificación 
personal (PII) si utiliza el personal de Mechanical Turk. Si utiliza Mechanical Turk 
y no especifica que los datos de entrada están libres de PII utilizando la marca
FreeOfPersonallyIdentifiableInformation, el trabajo de etiquetado producirá un error. 
Utilice la marca FreeOfAdultContent para declarar que los datos de entrada están libres de 
contenido para adultos. SageMaker impedir que el personal de Amazon Mechanical Turk vea la 
tarea si tiene contenido para adultos.

Para obtener más información sobre los equipos de trabajo y el personal, consulte Creación y 
gestión de personal.

• Si utiliza el personal de Mechanical Turk, debe especificar el precio que pagará a los trabajadores 
por realizar una tarea en PublicWorkforceTaskPrice.
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• Para configurar la tarea, debe proporcionar una descripción y un título utilizando
TaskDescription y TaskTitle, respectivamente. Si lo desea, puede establecer límites de 
tiempo que controlen cuánto tiempo tienen que trabajar los trabajadores en una tarea individual 
(TaskTimeLimitInSeconds) y cuánto tiempo permanecen las tareas en el portal del trabajador 
a su disposición (TaskAvailabilityLifetimeInSeconds).

• (Opcional) Para algunos tipos de tareas, puede hacer que varios trabajadores etiqueten 
un solo objeto de datos introduciendo un número mayor que uno en el parámetro
NumberOfHumanWorkersPerDataObject. Para obtener más información acerca de la 
consolidación de anotaciones, consulte Consolidar anotaciones.

• (Opcional) Para crear un trabajo de etiquetado de datos automatizado, especifique uno de los ARN 
que aparecen en LabelingJobAlgorithmSpecificationARN en. LabelingJobAlgorithmsConfig
Este ARN identifica el algoritmo trabajador en el trabajo de etiquetado de datos 
automatizado. El tipo de tarea asociado a este ARN debe coincidir con el tipo de tarea del
PreHumanTaskLambdaArn y AnnotationConsolidationLambdaArn que especifique. El 
etiquetado de datos automatizado es compatible con los siguientes tipos de tareas: clasificación de 
imágenes, cuadro delimitador, segmentación semántica y clasificación de texto. El número mínimo 
de objetos permitidos para el etiquetado de datos automatizado es de 1250, pero recomendamos 
encarecidamente proporcionar un mínimo de 5000 objetos. Para obtener más información sobre 
los trabajos de etiquetado de datos automatizado, consulte Automatizar el etiquetado de datos.

• (Opcional) Puede proporcionar StoppingConditions que hagan que el trabajo de etiquetado 
se detenga si se cumple una de las condiciones. Puede utilizar las condiciones de detención para 
controlar el costo del trabajo de etiquetado.

Ejemplos

Los siguientes ejemplos de código muestran cómo crear un trabajo de etiquetado utilizando
CreateLabelingJob. Para ver ejemplos adicionales, le recomendamos que utilice uno de los 
cuadernos de Jupyter de Trabajos de etiquetado de Ground Truth de la sección Ejemplos de 
SageMaker de una instancia de bloc de notas de SageMaker. Para aprender a utilizar un ejemplo de 
bloc de notas con los Ejemplos de SageMaker, consulte Ejemplo de cuadernos. También puede ver 
estos blocs de notas de ejemplo en GitHub en el repositorio de Ejemplos de SageMaker.

AWS SDK for Python (Boto3)

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para crear 
un trabajo de etiquetado para un tipo de tarea integrada en la región Este de EE. UU. (Norte de 
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Virginia). Sustituya todo el texto rojo en cursiva por los recursos y las especificaciones del 
trabajo de etiquetado.

response = client.create_labeling_job( 
    LabelingJobName="example-labeling-job", 
    LabelAttributeName="label", 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': "s3://bucket/path/manifest-with-input-data.json"
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 "FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent", 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': "s3://bucket/path/file-to-store-output-data", 
        'KmsKeyId': "string"
    }, 
    RoleArn="arn:aws:iam::*:role/*", 
    LabelCategoryConfigS3Uri="s3://bucket/path/label-categories.json", 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': "arn:aws:sagemaker:region:*:workteam/private-crowd/*", 
        'UiConfig': { 
            'UiTemplateS3Uri': "s3://bucket/path/custom-worker-task-template.html"
        }, 
        'PreHumanTaskLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype", 
        'TaskKeywords': [ 
            "Images", 
            "Classification", 
            "Multi-label" 
        ], 
        'TaskTitle': "Multi-label image classification task", 
        'TaskDescription': "Select all labels that apply to the images shown", 
        'NumberOfHumanWorkersPerDataObject': 1, 
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        'TaskTimeLimitInSeconds': 3600, 
        'TaskAvailabilityLifetimeInSeconds': 21600, 
        'MaxConcurrentTaskCount': 1000, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:ACS-" 
        }, 
    Tags=[ 
        { 
            'Key': "string", 
            'Value': "string"
        }, 
    ]
)

AWS CLI

A continuación se ofrece un ejemplo de solicitud de AWS CLI para crear un trabajo de etiquetado 
para un tipo de tarea integrada en la región Este de EE. UU. (Norte de Virginia) utilizando el
personal de Amazon Mechanical Turk. Para obtener más información, consulte start-human-loop
en la Referencia de comandos de la AWS CLI. Sustituya todo el texto rojo en cursiva por 
los recursos y las especificaciones del trabajo de etiquetado.

$ aws --region us-east-1 sagemaker create-labeling-job \
--labeling-job-name "example-labeling-job" \
--label-attribute-name "label" \
--role-arn "arn:aws:iam::account-id:role/role-name" \
--input-config '{ 
        "DataAttributes": { 
            "ContentClassifiers": [ 
                 "FreeOfPersonallyIdentifiableInformation", 
                 "FreeOfAdultContent"
            ] 
        }, 
        "DataSource": { 
            "S3DataSource": { 
                "ManifestS3Uri": "s3://bucket/path/manifest-with-input-data.json"
            } 
        } 
    }' \
--output-config '{ 
        "KmsKeyId": "", 
        "S3OutputPath": "s3://bucket/path/file-to-store-output-data"
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    }' \
--human-task-config '{ 
        "AnnotationConsolidationConfig": { 
            "AnnotationConsolidationLambdaArn": "arn:aws:lambda:us-
east-1:432418664414:function:ACS-" 
        }, 
        "TaskAvailabilityLifetimeInSeconds": 21600, 
        "TaskTimeLimitInSeconds": 3600, 
        "NumberOfHumanWorkersPerDataObject": 1, 
        "PreHumanTaskLambdaArn":  "arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype", 
        "WorkteamArn": "arn:aws:sagemaker:us-east-1:394669845002:workteam/public-
crowd/default", 
        "PublicWorkforceTaskPrice": { 
            "AmountInUsd": { 
                "Dollars": 0, 
                "TenthFractionsOfACent": 6, 
                "Cents": 3
            } 
        }, 
        "TaskDescription": "Select all labels that apply to the images shown", 
        "MaxConcurrentTaskCount": 1000, 
        "TaskTitle": "Multi-label image classification task",, 
        "TaskKeywords": [ 
            "Images", 
            "Classification", 
            "Multi-label" 
        ], 
        "UiConfig": { 
            "UiTemplateS3Uri": "s3://bucket/path/custom-worker-task-template.html"
        } 
    }'

Para obtener más información acerca de esta operación, vea CreateLabelingJob. Para 
aprender a utilizar otros SDK específicos del lenguaje, consulte Vea también en el tema
CreateLabelingJobs.

Crear un trabajo de etiquetado en streaming

Los trabajos de etiquetado en streaming permiten enviar objetos de datos individuales en tiempo 
real a un trabajo de etiquetado en streaming y continuo. Para crear un trabajo de etiquetado en 
streaming debe crear un tema de entrada de Amazon SNS y especificarlo en los parámetros
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CreateLabelingJob InputConfig de SnsDataSource. Opcionalmente, también puede crear 
un tema de salida de Amazon SNS y especificarlo en OutputConfig si desea recibir datos de 
etiquetas en tiempo real.

Important

Si no tiene experiencia con los trabajos de etiquetado en streaming de Ground Truth, le 
recomendamos que consulte Trabajos de etiquetado en streaming de Ground Truth antes de 
crear un trabajo de este tipo.

Utilice las siguientes secciones para crear los recursos que necesita y puede utilizar para crear un 
trabajo de etiquetado en streaming:

• Aprenda a crear temas de SNS con los permisos necesarios para los trabajos de etiquetado en 
streaming de Ground Truth siguiendo los pasos que se indican en Crear temas de entrada y salida 
de Amazon SNS. Los temas de SNS deben crearse en la misma región de AWS que el trabajo de 
etiquetado.

• Consulte Suscribir un punto de conexión a un tema de Amazon SNS para aprender a configurar 
un punto conexión para recibir datos de salida de la tarea de etiquetado en un punto de conexión 
específico cada vez que se complete una tarea de etiquetado.

• Para aprender a configurar un bucket de Amazon S3 para enviar notificaciones al tema de entrada 
de Amazon SNS, consulte Configurar notificaciones de eventos de bucket de Amazon S3.

• Opcionalmente, añada a su manifiesto de entrada los objetos de datos que desea etiquetar en 
cuanto comience el trabajo de etiquetado. Para obtener más información, consulte Crear un 
archivo de manifiesto (opcional).

• Hay otros recursos necesarios para crear un trabajo de etiquetado, como un rol de IAM, un bucket 
de Amazon S3, una plantilla de tareas de trabajo y categorías de etiquetas. Se describen en la 
documentación de Ground Truth sobre la creación de trabajos de etiquetado. Para obtener más 
información, consulte Crear un trabajo de etiquetado.

Important

Al crear un trabajo de etiquetado, debe proporcionar un rol de ejecución de IAM. Asocie 
la política gestionada de AWS AmazonSageMakerGroundTruthExecution a este rol 
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para asegurarse de que cuenta con los permisos necesarios para ejecutar el trabajo de 
etiquetado.

Cuando envía una solicitud para crear un trabajo de etiquetado en streaming, el estado del trabajo 
de etiquetado es Initializing. Una vez que el trabajo de etiquetado está activo, el estado cambia 
a InProgress. No envíe nuevos objetos de datos al trabajo de etiquetado ni intente detener el 
trabajo de etiquetado mientras esté en ese estado Initializing. Cuando el estado cambie 
a InProgress, podrá empezar a enviar nuevos objetos de datos mediante la configuración de 
Amazon SNS y Amazon S3.

Temas

• Crear temas de entrada y salida de Amazon SNS

• Configurar notificaciones de eventos de bucket de Amazon S3

• Crear un archivo de manifiesto (opcional)

• Ejemplo: Utilice la API de SageMaker para crear un trabajo de etiquetado en streaming

• Detener un trabajo de etiquetado en streaming

Crear temas de entrada y salida de Amazon SNS

Debe crear una entrada de Amazon SNS para crear un trabajo de etiquetado en streaming. Si lo 
desea, puede proporcionar un tema de salida de Amazon SNS.

Al crear un tema de Amazon SNS para utilizarlo en el trabajo de etiquetado en streaming, anote el 
nombre de recurso de Amazon (ARN) del tema. El ARN serán los valores de entrada del parámetro
SnsTopicArn en InputConfig y OutputConfig cuando cree un trabajo de etiquetado.

Crear un tema de entrada

El tema de entrada se utiliza para enviar nuevos objetos de datos a Ground Truth. Para crear 
un tema de entrada, siga las instrucciones de Creating an Amazon SNS topic en la Guía para 
desarrolladores de Amazon Simple Notification Service.

Anote el ARN del tema de entrada y utilícelo como entrada para el parámetro de
CreateLabelingJob SnsTopicArn en InputConfig.
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Crear un tema de salida

Si proporciona un tema de salida, se utiliza para enviar notificaciones cuando se etiqueta un objeto 
de datos. Cuando crea un tema tiene la opción de agregar una clave de cifrado. Utilice esta opción 
para añadir una clave gestionada por el cliente de AWS Key Management Service al tema para cifrar 
los datos de salida del trabajo de etiquetado antes de publicarlos en el tema de salida.

Para crear un tema de salida, siga las instrucciones de Creating an Amazon SNS topic en la Guía 
para desarrolladores de Amazon Simple Notification Service.

Si agrega cifrado, debe asociar un permiso adicional al tema. Para obtener más información, 
consulte Añada cifrado al tema de salida (opcional).

Important

Para añadir una clave gestionada por el cliente al tema de salida al crear un tema en 
la consola, no utilice la opción alias/aws/sns (predeterminada). Seleccione una clave 
gestionada por el cliente que ha creado.

Anote el ARN del tema de entrada y utilícelo en su solicitud de CreateLabelingJob en el 
parámetro SnsTopicArn en OutputConfig.

Añada cifrado al tema de salida (opcional)

Para cifrar mensajes publicados en el tema de salida debe proporcionar una clave gestionada por el 
cliente de AWS KMS al tema. Modifique la siguiente política y agréguela a la clave gestionada por el 
cliente para dar a Ground Truth permiso para cifrar datos de salida antes de publicarlos en el tema 
de salida.

Sustituya <account_id> por el identificador de la cuenta que está utilizando para crear el tema. 
Para aprender a buscar el identificador de su cuenta de AWS, consulte Búsqueda del ID de cuenta 
de AWS.

{ 
    "Id": "key-console-policy", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable IAM User Permissions", 
            "Effect": "Allow", 
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            "Principal": { 
                "AWS": "arn:aws:iam::<account_id>:root" 
            }, 
            "Action": "kms:*", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Allow access for Key Administrators", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::<account_id>:role/Admin" 
            }, 
            "Action": [ 
                "kms:Create*", 
                "kms:Describe*", 
                "kms:Enable*", 
                "kms:List*", 
                "kms:Put*", 
                "kms:Update*", 
                "kms:Revoke*", 
                "kms:Disable*", 
                "kms:Get*", 
                "kms:Delete*", 
                "kms:TagResource", 
                "kms:UntagResource", 
                "kms:ScheduleKeyDeletion", 
                "kms:CancelKeyDeletion" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Además, debe modificar y añadir la siguiente política al rol de ejecución que utiliza para crear el 
trabajo de etiquetado (el valor de entrada de RoleArn).

Sustituya <account_id> por el identificador de la cuenta que está utilizando para crear el tema. 
Sustituya <region> por la región de AWS en la que vaya a crear el trabajo de etiquetado. Sustituya
<key_id> por el identificador de clave gestionada por el cliente.

{  
  "Version": "2012-10-17", 
  "Statement": [ 
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    { 
      "Sid": "sid1", 
      "Effect": "Allow", 
      "Action": [ 
        "kms:Decrypt", 
        "kms:GenerateDataKey" 
      ], 
      "Resource": "arn:aws:kms:<region>:<account_id>:key/<key_id>" 
    } 
  ]
}

Para obtener más información sobre la creación y protección de claves, consulte Crear claves y
Políticas de claves en la Guía para desarrolladores de AWS Key Management Service.

Suscribir un punto de conexión a un tema de Amazon SNS

Cuando un trabajador completa una tarea de etiquetado desde un trabajo de etiquetado en streaming 
de Ground Truth, Ground Truth utiliza el tema de salida para publicar datos de salida en uno o más 
puntos de conexión que usted especifique. Para recibir notificaciones cuando un trabajador termina 
una tarea de etiquetado debe suscribir un punto de conexión a un tema de salida de Amazon SNS.

Para aprender a agregar puntos de conexión a un tema de salida, consulte Suscripción a un tema de 
Amazon SNS en la Guía para desarrolladores de Amazon Simple Notification Service.

Para obtener más información sobre el formato de datos de salida que se publica en estos puntos de 
conexión, consulte Datos de salida.

Important

Si no suscribe un punto de conexión a un tema de salida de Amazon SNS, no recibirá 
notificaciones cuando se etiqueten nuevos objetos de datos.

Configurar notificaciones de eventos de bucket de Amazon S3

Puede agregar una notificación de eventos a un bucket de Amazon S3 mediante la consola, la API 
y los SDK AWS específicos de lenguaje de Amazon S3, o mediante AWS Command Line Interface. 
Configure este evento para enviar notificaciones al mismo tema de entrada de Amazon SNS que 
especifica utilizando InputConfig en SnsTopicArn cuando crea un trabajo de etiquetado. No 
configure notificaciones de eventos en la misma ubicación de Amazon S3 que especificó para
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S3OutputPath en OutputConfig. Si lo hace, Ground Truth podría procesar objetos de datos no 
deseados para su etiquetado.

Usted decide los tipos de eventos que desea enviar al tema de Amazon SNS. Ground Truth crea un 
trabajo de etiquetado cuando envía eventos de creación de objetos.

La estructura de eventos enviada al tema de entrada de Amazon SNS debe ser un mensaje JSON 
formateado con la misma estructura que se encuentra en la estructura de mensajes de eventos.

Para ver ejemplos de cómo configurar una notificación de eventos para su bucket de Amazon S3 
mediante la consola de Amazon S3, el SDK AWS para .NET y el SDK AWS para Java, siga este 
tutorial, Explicación: configuración de un bucket para notificaciones (tema de SNS o cola de SQS) de 
la Guía del usuario de Amazon Simple Storage Service.

Crear un archivo de manifiesto (opcional)

Al crear un trabajo de etiquetado en streaming, tiene la opción única de añadir objetos (como 
imágenes o texto) a un archivo de manifiesto ManifestS3Uri de entrada que especifique 
enCreateLabelingJob. Cuando se inicia el trabajo de etiquetado en streaming, estos objetos 
se envían a los trabajadores o se añaden a la cola de Amazon SQS si se supera el número total 
de objetos MaxConcurrentTaskCount. Los resultados se añaden periódicamente a la ruta de 
Amazon S3 que especifique al crear el trabajo de etiquetado periódicamente cuando los trabajadores 
completan tareas de etiquetado. Los datos de salida se envían a cualquier punto de conexión al que 
esté suscrito al tema de salida.

Si desea proporcionar objetos iniciales para etiquetarlos, cree un archivo de manifiesto que 
identifique estos objetos y colóquelo en Amazon S3. Especifique el URI de S3 de este archivo de 
manifiesto en ManifestS3Uri dentro de InputConfig.

Para aprender a dar formato al archivo de manifiesto, consulte Datos de entrada. Para utilizar la 
consola de SageMaker para generar automáticamente un archivo de manifiesto (no compatible con 
los tipos de tareas en nubes de puntos 3D), consulte Configuración de datos automatizada.

Ejemplo: Utilice la API de SageMaker para crear un trabajo de etiquetado en streaming

A continuación se ofrece un ejemplo de solicitud del SDK de AWS Python (Boto3) para puede 
emplear para iniciar un trabajo de etiquetado en streaming para un tipo de tarea integrada en la 
región Este de EE. UU. (Norte de Virginia). Para obtener más información sobre cada uno de los 
parámetros, consulte CreateLabelingJob. Para aprender a crear un trabajo de etiquetado con 
esta API y los SDK específicos del idioma asociados, consulte Creación de un trabajo de etiquetado 
(API).
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Este ejemplo contiene los siguientes parámetros:

• SnsDataSource: este parámetro aparece en InputConfig y OutputConfig y se utiliza para 
identificar los temas de entrada y salida de Amazon SNS, respectivamente. Para crear un trabajo 
de etiquetado en streaming, debe proporcionar un tema de entrada de Amazon SNS. Si lo desea, 
también puede proporcionar un tema de salida de Amazon SNS.

• S3DataSource: este parámetro es opcional. Utilice este parámetro si desea incluir un archivo de 
manifiesto de entrada con los objetos de datos que desea etiquetar en cuanto comience el trabajo 
de etiquetado.

• StoppingConditions: este parámetro no se tiene en cuenta al crear un trabajo de etiquetado 
en streaming. Para aprender a detener un trabajo de etiquetado en streaming, consulte Detener un 
trabajo de etiquetado en streaming.

• Los trabajos de etiquetado en streaming no admiten etiquetado de datos automatizado. No incluya 
el parámetro LabelingJobAlgorithmsConfig.

response = client.create_labeling_job( 
    LabelingJobName= 'example-labeling-job', 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json' 
            }, 
            'SnsDataSource': { 
                'SnsTopicArn': 'arn:aws:sns:us-east-1:123456789012:your-sns-input-
topic' 
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string', 
        'SnsTopicArn': 'arn:aws:sns:us-east-1:123456789012:your-sns-output-topic' 
    }, 
    RoleArn='arn:aws:iam::*:role/*', 
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    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:us-east-1:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/custom-worker-task-template.html' 
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype', 
        'TaskKeywords': [ 
            'Example key word', 
        ], 
        'TaskTitle': 'Multi-label image classification task', 
        'TaskDescription': 'Select all labels that apply to the images shown', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-tasktype' 
            } 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string' 
        }, 
    ]
)

Detener un trabajo de etiquetado en streaming

Puede detener manualmente un trabajo de etiquetado en streaming mediante la operación
StopLabelingJob.

Si el trabajo de etiquetado permanece inactivo durante más de 10 días, Ground Truth lo detiene 
automáticamente. En este contexto, un trabajo de etiquetado se considera inactivo si no se envía 
ningún objeto al tema de entrada de Amazon SNS y no queda ningún objeto en la cola de Amazon 
SQS esperando a ser etiquetado. Por ejemplo, si no se envía ningún objeto de datos al tema de 
entrada de Amazon SNS y todos los objetos que llegan al trabajo de etiquetado ya están etiquetados, 
Ground Truth inicia un temporizador. Cuando se inicie el temporizador, si no se recibe ningún 
elemento en un periodo de 10 días, se detiene el trabajo de etiquetado.

Crear un trabajo de etiquetado 1637

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopLabelingJob.html


Amazon SageMaker Guía para desarrolladores

Cuando se detiene un trabajo de etiquetado, su estado es STOPPING mientras Ground Truth limpia 
los recursos del trabajo de etiquetado y cancela la suscripción del tema de Amazon SNS de la cola 
de Amazon SQS. Ground Truth no elimina Amazon SQS porque esta cola puede contener objetos de 
datos sin procesar. Debe eliminar la cola manualmente si no quiere incurrir en cargos adicionales por 
parte de Amazon SQS. Para obtener más información, consulte Precios de Amazon SQS.

Crear un archivo de configuración de categorías de etiquetado con atributos de 
categorías de etiquetas y fotogramas

Cuando se crea un trabajo de etiquetado en nubes de puntos 3D o de fotogramas de vídeo mediante 
la operación CreateLabelingJob de la API de Amazon SageMaker, se utiliza un archivo de 
configuración de categorías de etiquetas para especificar las etiquetas y las instrucciones a los 
trabajadores. Si lo desea, también puede incluir lo siguiente en el archivo de atributos de categorías 
de etiquetas:

• Puede proporcionar atributos de categorías de etiquetas para los tipos de tareas de detección y 
seguimiento de objetos en fotogramas de vídeo y nubes de puntos 3D. Los trabajadores pueden 
utilizar uno o varios atributos para proporcionar más información sobre un objeto. Por ejemplo, 
quizá convenga utilizar el atributo ocluido para que los trabajadores identifiquen cuándo está 
parcialmente obstruido un objeto. Puede especificar un atributo de categorías de etiquetas para 
una sola etiqueta mediante el parámetro categoryAttributes o para todas las etiquetas 
mediante el parámetro categoryGlobalAttributes.

• Puede proporcionar atributos de fotogramas para los tipos de tareas de detección de 
objetos y seguimiento de objetos en fotogramas de vídeo y nubes de puntos 3D utilizando
frameAttributes. Cuando crea un atributo de fotogramas, aparece en cada fotograma o nube 
de puntos de la tarea del trabajador. En los trabajos de etiquetado de fotogramas de vídeo, son 
atributos que los trabajadores asignan a un fotograma de vídeo completo. En los trabajos de 
etiquetado en nubes de puntos 3D, estos atributos se aplican a una sola nube de puntos. Utilice los 
atributos de fotogramas para que los trabajadores proporcionen más información sobre la escena 
en un fotograma o una nube de puntos específicos.

• Para los trabajos de etiquetado de fotogramas de vídeo, utilice el archivo de configuración de 
categorías de etiquetas para especificar el tipo de tarea (cuadro delimitador, polilínea, polígono o 
punto clave) que se enviará a los trabajadores.

Los trabajadores podrán especificar de manera opcional valores para los atributos de categorías de 
etiquetas y los atributos de fotogramas.
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Important

Solo debe proporcionar un nombre de atributo de etiqueta en auditLabelAttributeName
si está ejecutando un trabajo de auditoría para verificar o ajustar etiquetas. Utilice este 
parámetro para introducir el LabelAttributeName utilizado en el trabajo de etiquetado que 
generó las anotaciones que desea que ajuste el trabajador. Cuando crea un trabajo de 
etiquetado en la consola, si no especifica un nombre de atributo de etiqueta, se utiliza el
Nombre del trabajo, como LabelAttributeName.

Temas

• Esquema del archivo de configuración de categorías de etiquetas

• Ejemplo: archivos de configuración de categorías de etiquetas para trabajos de etiquetado en 
nubes de puntos 3D

• Ejemplo: archivos de configuración de categorías de etiquetas para trabajos de etiquetado en 
fotogramas de vídeo

• Crear de instrucciones de trabajo

Esquema del archivo de configuración de categorías de etiquetas

En la tabla siguiente se enumeran los elementos que puede y debe incluir en el archivo de 
configuración de categorías de etiquetas.

Note

El parámetro annotationType solo se admite para los trabajos de etiquetado de 
fotogramas de vídeo.

Parámetro Obligator 
io

Valores aceptados Descripción

frameAttributes No Una lista de objetos JSON.

Parámetros requeridos en cada 
objeto JSON:

Utilice este parámetro 
para crear un atributo 
de fotogramas que se 
aplique a todos los 
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Parámetro Obligator 
io

Valores aceptados Descripción

name, type, description

minimum y maximum son obligator 
ios si type es "number"

Parámetros opcionales en cada 
objeto JSON:

enum, editsAllowed ,
isRequired

fotogramas o nubes 
de puntos 3D del 
trabajo de etiquetado.
Consulte la tercera 
tabla de esta sección 
para obtener más 
información.

categoryG 
lobalAttr 
ibutes

No Una lista de objetos JSON.

Parámetros requeridos en cada 
objeto JSON:

name, type

minimum y maximum son obligator 
ios si type es "number"

Parámetros opcionales en cada 
objeto JSON:

description , enum,
editsAllowed , isRequired

Utilice este parámetro 
para crear atributos 
de categorías de 
etiquetas que se 
apliquen a todas las 
etiquetas especific 
adas en labels.
Consulte la tercera 
tabla de esta sección 
para obtener más 
información.

Crear un trabajo de etiquetado 1640



Amazon SageMaker Guía para desarrolladores

Parámetro Obligator 
io

Valores aceptados Descripción

labels Sí Una lista de hasta 30 objetos 
JSON.

Parámetros requeridos en cada 
objeto JSON:

label

Parámetros opcionales en cada 
objeto JSON:

categoryAttributes ,
editsAllowed

Utilice este parámetro 
para especificar las 
etiquetas o las clases. 
Agregue una label
para cada clase.

Para agregar un 
atributo de categoría 
s a una etiqueta, 
agregue categoryA 
ttributes  a esa 
etiqueta.

Utilice editsAllo 
wed  para especific 
ar si una etiqueta 
se puede editar o 
no en un trabajo 
de etiquetado de 
ajuste. Establezca
editsAllowed  en
"none" para trabajos 
de etiquetado de 
verificación.

Para obtener más 
información, consulte 
la siguiente tabla.
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Parámetro Obligator 
io

Valores aceptados Descripción

annotationType
(solo se admite 
para los trabajos 
de etiquetado de 
fotogramas de vídeo)

No Cadena

Parámetros aceptados:

BoundingBox , Polyline,
Polygon, Keypoint

Valor predeterminado:

BoundingBox

Utilice esta opción 
para especificar el 
tipo de tarea para 
trabajos de etiquetad 
o de fotogramas de 
vídeo. Por ejemplo, 
para una tarea de 
detección de objetos 
poligonales en 
fotogramas de vídeo, 
elija Polygon.

Si no especifica
annotationType
al crear un trabajo 
de etiquetado de 
fotogramas de vídeo, 
Ground Truth utilizará
BoundingBox  de 
forma predeterm 
inada.
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Parámetro Obligator 
io

Valores aceptados Descripción

instructions No Un objeto JSON.
Parámetros requeridos en cada 
objeto JSON:

"shortInstruction" ,
"fullInstruction"

Utilice este parámetro 
para agregar instrucci 
ones de trabajo 
para ayudar a los 
trabajadores a llevar 
a cabo sus tareas. 
Para obtener más 
información acerca 
de las instrucciones 
de trabajo, consulte
Instrucciones de 
trabajo.

Las instrucciones 
breves deben tener 
menos de 255 
caracteres y las 
instrucciones largas, 
menos de 2048 
caracteres.

Para obtener más 
información, consulte
Crear de instrucci 
ones de trabajo.
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Parámetro Obligator 
io

Valores aceptados Descripción

auditLabe 
lAttributeName

Necesario 
para los 
tipos de 
tareas de 
ajuste y 
verificac 
ión

Cadena Introduzca el
LabelAttributeName
 utilizado en el trabajo 
de etiquetado cuyas 
anotaciones desea 
ajustar.

Utilice este parámetro 
solo si está creando 
un trabajo de ajuste 
para detección de 
objetos en fotograma 
s de vídeo y nubes 
de puntos 3D, 
seguimiento de 
objetos o segmentac 
ión semántica en 
nubes de puntos 3D.

En la siguiente tabla se describen los parámetros que puede y debe utilizar para crear una lista de
Labels. Cada parámetro debe incluirse en un objeto JSON.

Parámetro Obligatorio Valores aceptados Descripción

label Sí Cadena El nombre de la 
categoría de etiquetas 
que se muestra a 
los trabajadores. 
El nombre de cada 
categoría de etiquetas 
debe ser único.

categoryA 
ttributes

No Una lista de objetos 
JSON.

Utilice este parámetro 
para agregar atributos 
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Parámetro Obligatorio Valores aceptados Descripción

Parámetros requerido 
s en cada objeto 
JSON:

name, type

minimum y maximum
son obligatorios si
type es "number"

Parámetros opcionale 
s en cada objeto 
JSON:

description ,
enum, editsAllo 
wed , isRequired

de categorías de 
etiquetas a etiquetas 
concretas especific 
adas en labels.

Para añadir uno 
o más atributos 
de categorías de 
etiquetas a una 
etiqueta, incluya 
el objeto JSON
categoryA 
ttributes  en el 
mismo objeto JSON
labels que esa
label.
Para obtener más 
información, consulte 
la siguiente tabla.
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Parámetro Obligatorio Valores aceptados Descripción

editsAllowed No Cadena

Valores admitidos:

"none": no se 
permiten modificac 
iones.

o bien

"any" (Predeter 
minado): se permiten 
todas las modificac 
iones.

Especifica si los 
trabajadores pueden 
editar o no una 
etiqueta.

Para los trabajos de 
etiquetado de ajuste
de fotogramas de 
vídeo o nubes de 
puntos 3D, añada 
este parámetro a uno 
o más objetos JSON 
de la lista de labels
para especificar si 
un trabajador puede 
editar una etiqueta o 
no.

Para los trabajos 
de etiquetado de
verificación de 
fotogramas de vídeo y 
nubes de puntos 3D, 
añada este parámetro 
con el valor "none"
a cada objeto JSON 
de la lista de labels. 
Esto hará que todas 
las etiquetas dejen de 
ser editables.

En la tabla siguiente se describen los parámetros que puede y debe utilizar para crear atributos 
de fotogramas utilizando frameAttributes y atributos de categorías de etiquetas utilizando los 
parámetros categoryGlobalAttributes y categoryAttributes.
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Parámetro Obligatorio Valores aceptados Descripción

name Sí Cadena Utilice este parámetro 
para asignar un 
nombre al atributo 
de categorías de 
etiquetas. Este es el 
nombre del atributo 
que ven los trabajado 
res.

El nombre de cada 
atributo de categoría 
s de etiquetas debe 
ser único en el 
archivo de configura 
ción de categoría 
s de etiquetas 
. Los atributos 
de categorías de 
etiquetas globales 
y los atributos 
de categorías de 
etiquetas específicas 
no pueden tener el 
mismo nombre.

type Sí Cadena

Valores requeridos:

"string" o
"number"

Utilice este parámetro 
para definir el tipo de 
categoría de etiquetas 
o de atributo de 
fotogramas.

Si especifica
"string" para type
y proporciona un 
valor enum para este 
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Parámetro Obligatorio Valores aceptados Descripción

atributo, los trabajado 
res podrán elegir una 
de las opciones que 
proporcione.

Si especifica
"string" para type
y no lo proporciona 
un valor enum, los 
trabajadores pueden 
introducir texto en 
formato libre.

Si especifica number
para type, los 
trabajadores pueden 
introducir un valor 
entre los números
minimum y maximum
que especifique.
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Parámetro Obligatorio Valores aceptados Descripción

enum No Lista de cadenas Utilice este parámetro 
para definir opciones 
que los trabajado 
res pueden elegir 
para este atributo 
de categorías de 
etiquetas. Los 
trabajadores pueden 
elegir un valor 
especificado en
enum. Por ejemplo, si 
especifica ["foo", 
"buzz", "bar"] 
para enum, los 
trabajadores pueden 
elegir foo, buzz
obar.

Debe especificar
"string" para type
para utilizar una lista
enum.
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Parámetro Obligatorio Valores aceptados Descripción

description frameAttributes : 
sí

categoryA 
ttributes
o categoryG 
lobalAttr 
ibutes : no

Cadena Utilice este parámetro 
para agregar una 
descripción del 
atributo de categoría 
s de etiquetas o 
de fotogramas. 
Puede utilizar este 
campo para dar a 
los trabajadores más 
información acerca 
del atributo.

Este campo solo 
es necesario para 
los atributos de 
fotogramas.

minimum y maximum Es obligatorio si el 
atributo type es
"number".

Enteros Utilice estos 
parámetros para 
especificar los valores 
mínimos y máximos 
(inclusivos) que 
los trabajadores 
pueden introducir 
para los atributos 
de categorías de 
etiquetas numéricas o 
de fotogramas.

Debe especificar
"number" para type
para utilizar minimum
y maximum.
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Parámetro Obligatorio Valores aceptados Descripción

editsAllowed No Cadena

Valores requeridos:

"none": no se 
permiten modificac 
iones.

o bien

"any" (Predeter 
minado): se permiten 
todas las modificac 
iones.

Especifica si los 
trabajadores pueden 
editar un atributo 
de categorías de 
etiquetas o de 
fotogramas.

Para los trabajos de 
etiquetado de ajuste
y verificación de 
fotogramas de vídeo 
o nubes de puntos 
3D, añada este 
parámetro a objetos 
JSON de atributos 
de categorías de 
etiquetas y fotograma 
s para especificar si 
un trabajador puede 
editar un atributo o 
no.

isRequired No Booleano Especifica si los 
trabajadores deben 
anotar un atributo. 
Los trabajadores 
no pueden enviar 
el trabajo hasta que 
se hayan anotado 
todos los atributos 
necesarios.
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Cuotas de atributos de etiquetas y de categorías de etiquetas

Puede especificar hasta 10 atributos de categorías de etiquetas por clase. Esta cuota de 10 atributos 
incluye atributos de categorías de etiquetas globales. Por ejemplo, si crea cuatro atributos de 
categorías de etiquetas globales y, a continuación, asigna tres atributos de categorías de etiquetas 
a la etiqueta X, dicha etiqueta tendrá 4+3=7 atributos de categorías de etiquetas en total. Para ver 
todos los límites de categorías de etiquetas y de atributos de categorías de etiquetas, consulte la 
tabla siguiente.

Tipo Mínimo Máximo

Etiquetas (Labels) 1 30

Cuota de caracteres del 
nombre de la etiqueta

1 16

Etiquete los atributos de 
categorías por etiqueta (suma 
de categoryAttributes

 y categoryGlobalAttr 
ibutes )

0 10

Atributos de categorías de 
etiquetas con entrada de 
texto de formato libre por 
etiqueta (suma de categoryA 
ttributes  y categoryG 
lobalAttributes )

0 5

Atributos de fotogramas 0 10

Atributos de entrada de 
texto de formato libre en
frameAttributes .

0 5

Cuota de caracteres del 
nombre de atributo (name)

1 16
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Tipo Mínimo Máximo

Cuota de caracteres de 
la descripción del atributo 
(description )

0 128

Cuota de caracteres del tipo 
de atributo (type)

1 16

Valores permitidos en la lista
enum para un atributo string

1 10

Cuota de caracteres para un 
valor de la lista enum

1 16

Número máximo de caractere 
s en la respuesta de texto 
de formato libre para texto 
de formato libre frameAttr 
ibutes

0 1 000

Máximo de caracteres en la 
respuesta de texto de formato 
libre para texto de formato 
libre categoryAttributes

 y categoryGlobalAttr 
ibutes

0 80

Ejemplo: archivos de configuración de categorías de etiquetas para trabajos de etiquetado en nubes 
de puntos 3D

Seleccione una pestaña de las siguientes tablas para ver ejemplos de archivos de configuración de 
categorías de etiquetas en nubes de puntos 3D para trabajos de etiquetado de detección de objetos, 
seguimiento de objetos, segmentación semántica, ajuste y verificación.
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3D Point Cloud Object Tracking and Object Detection

A continuación se ofrece un ejemplo de archivo de configuración de categorías de etiquetas 
que incluye atributos de categorías de etiquetas para un trabajo de etiquetado de detección o 
seguimiento de objetos en nubes de puntos 3D. Este ejemplo incluye dos atributos de fotograma, 
que se añadirán a todas las nubes de puntos enviadas al trabajo de etiquetado. La etiqueta Car
incluirá cuatro atributos de categorías de etiquetas: X, Y, Z y el atributo global, W.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"], 
            "isRequired":true 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buzz", "biz"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                }, 
                { 
                    "name":"Y", 
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                    "description":"select an option", 
                    "type":"string", 
                    "enum":["y1", "y2"] 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "categoryAttributes": [...] 
        } 
    ], 
    "instructions": {"shortInstruction":"Draw a tight Cuboid", 
 "fullInstruction":"<html markup>"}
}

3D Point Cloud Semantic Segmentation

A continuación se ofrece un ejemplo del archivo de configuración de categorías de etiquetas para 
un trabajo de etiquetado de segmentación en nubes de puntos 3D.

Los tipos de tareas de segmentación semántica en nubes de puntos 3D no admiten atributos 
de categorías de etiquetas. Se admiten atributos de fotogramas. Si proporciona atributos de 
categorías de etiquetas para un trabajo de etiquetado de segmentación semántica, no se tendrán 
en cuenta.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
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        },    
    ], 
    "labels": [ 
        { 
            "label": "Car", 
        }, 
        { 
            "label": "Pedestrian", 
        }, 
        { 
            "label": "Cyclist", 
        } 
    ], 
    "instructions": {"shortInstruction":"Select the appropriate label and 
 paint all objects in the point cloud that it applies to the same color", 
 "fullInstruction":"<html markup>"}
}

Seleccione una pestaña de la siguiente tabla para ver un ejemplo de archivo de configuración de 
categorías de etiquetas para trabajos de etiquetado de ajuste o verificación en nubes de puntos 3D.

3D Point Cloud Adjustment

A continuación se ofrece un ejemplo de archivo de configuración de categorías de etiquetas para 
un trabajo de etiquetado de ajuste de detección o seguimiento de objetos en nubes de puntos. 
No se admiten categoryGlobalAttributes y categoryAttributes en los trabajos de 
etiquetado de ajuste de segmentación semántica en nubes de puntos 3D.

Debe incluir auditLabelAttributeName para especificar el nombre del atributo de etiquetas 
del trabajo de etiquetado anterior que utiliza para crear el trabajo de etiquetado de ajuste. 
Opcionalmente, puede utilizar el parámetro editsAllowed para especificar si se puede editar o 
no un atributo de etiquetas o de fotogramas.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
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        { 
            "name":"select one", 
            "editsAllowed":"none", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "editsAllowed":"any", 
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buzz", "biz"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "editsAllowed":"any", 
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number" 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum":["y1", "y2"], 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                    "editsAllowed":"none" 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
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            "categoryAttributes": [...] 
        } 
    ], 
    "instructions": {"shortInstruction":"Draw a tight Cuboid", 
 "fullInstruction":"<html markup>"}, 
    // include auditLabelAttributeName for label adjustment jobs 
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}

3D Point Cloud Verification

A continuación se ofrece un ejemplo de archivo de configuración de categorías de etiquetas 
que puede utilizar para un trabajo de etiquetado de verificación de detección o seguimiento 
de objetos en nubes de puntos 3D. No se admiten categoryGlobalAttributes y
categoryAttributes en los trabajos de etiquetado de verificación de segmentación semántica 
en nubes de puntos 3D.

Debe incluir auditLabelAttributeName para especificar el nombre del atributo de etiquetas 
del trabajo de etiquetado anterior que utiliza para crear el trabajo de etiquetado de verificación. 
Además, debe utilizar el parámetro editsAllowed para especificar que no se pueda editar 
ninguna etiqueta.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "editsAllowed":"any",  
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "editsAllowed":"any",  
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
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            "editsAllowed":"none",  
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buzz", "biz"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "editsAllowed":"none",  
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                    "editsAllowed":"none" 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum":["y1", "y2"], 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                    "editsAllowed":"none" 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "editsAllowed":"none",  
            "categoryAttributes": [...] 
        } 
    ], 
    "instructions": {"shortInstruction":"Draw a tight Cuboid", 
 "fullInstruction":"<html markup>"}, 
    // include auditLabelAttributeName for label verification jobs 
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}
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Ejemplo: archivos de configuración de categorías de etiquetas para trabajos de etiquetado en 
fotogramas de vídeo

Las herramientas de anotación disponibles para el trabajador y el tipo de tarea que utilice dependen 
del valor que especifique para annotationType. Por ejemplo, si desea que los trabajadores utilicen 
puntos clave para realizar un seguimiento de los cambios en la postura de objetos específicos en 
varios fotogramas, debe especificar Keypoint para annotationType. Si no especifica un tipo de 
anotación, se utilizará BoundingBox de manera predeterminada.

A continuación se ofrece un ejemplo de archivo de configuración de categorías de etiquetas de 
puntos clave en fotogramas de vídeo con atributos de categorías de etiquetas. Este ejemplo 
incluye dos atributos de fotogramas, que se añadirán a todos los fotogramas enviados al trabajo de 
etiquetado. La etiqueta Car incluirá cuatro atributos de categorías de etiquetas: X, Y, Z y el atributo 
global, W.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buz", "buz2"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "categoryAttributes": [ 
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                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum": ["y1", "y2"] 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "categoryAttributes": [...] 
        } 
    ], 
    "annotationType":"Keypoint", 
    "instructions": {"shortInstruction":"add example short instructions here", 
 "fullInstruction":"<html markup>"}
}

Seleccione una pestaña de la siguiente tabla para ver ejemplos de archivos de configuración de 
categorías de etiquetas para trabajos de etiquetado de ajuste y verificación en fotogramas de vídeo.

Video Frame Adjustment

A continuación se ofrece un ejemplo de archivo de configuración de categorías de etiquetas que 
puede utilizar para un trabajo de etiquetado de ajuste de fotogramas de vídeo.

Debe incluir auditLabelAttributeName para especificar el nombre del atributo de etiquetas 
del trabajo de etiquetado anterior que utiliza para crear el trabajo de etiquetado de verificación. 
Opcionalmente, puede utilizar el parámetro editsAllowed para especificar si se pueden editar o 
no etiquetas, atributos de categorías de etiquetas o atributos de fotogramas.

{ 
    "documentVersion": "2020-03-01", 
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    "frameAttributes": [ 
        { 
            "name":"count players", 
            "editsAllowed":"none",  
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "editsAllowed":"any",  
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buz", "buz2"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "editsAllowed":"any",  
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum": ["y1", "y2"], 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
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                    "type":"string", 
                    "editsAllowed":"none" 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "editsAllowed":"none",  
            "categoryAttributes": [...] 
        } 
    ], 
    "annotationType":"Keypoint", 
    "instructions": {"shortInstruction":"add example short instructions here", 
 "fullInstruction":"<html markup>"}, 
    // include auditLabelAttributeName for label adjustment jobs 
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}

Video Frame Verification

A continuación se ofrece un ejemplo de archivo de configuración de categorías de etiquetas para 
un trabajo de etiquetado de fotogramas de vídeo.

Debe incluir auditLabelAttributeName para especificar el nombre del atributo de etiquetas 
del trabajo de etiquetado anterior que utiliza para crear el trabajo de etiquetado de verificación. 
Además, debe utilizar el parámetro editsAllowed para especificar que no se pueda editar 
ninguna etiqueta.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "editsAllowed":"none",  
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "editsAllowed":"any",  
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
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        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "editsAllowed":"none",  
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buz", "buz2"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "editsAllowed":"none",  
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum": ["y1", "y2"], 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                    "editsAllowed":"none" 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "editsAllowed":"none",  
            "categoryAttributes": [...] 
        } 
    ], 
    "annotationType":"Keypoint", 
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    "instructions": {"shortInstruction":"add example short instructions here", 
 "fullInstruction":"<html markup>"}, 
    // include auditLabelAttributeName for label adjustment jobs 
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}

Crear de instrucciones de trabajo

Cree instrucciones personalizadas de etiquetado de trabajos para mejorar la precisión de los 
trabajadores en la realización de la tarea. Los trabajadores pueden acceder a las instrucciones 
seleccionando la opción del menú Instrucciones en la interfaz de usuario del trabajador. Las 
instrucciones breves deben tener menos de 255 caracteres y las instrucciones largas, menos de 
2048 caracteres.

Existen dos tipos de instrucciones:

• Instrucciones breves: estas instrucciones se muestran al seleccionar Instrucciones en el menú 
de la interfaz de usuario del trabajador. Deben proporcionar una referencia sencilla que indica al 
trabajador la manera correcta de etiquetar un objeto.

• Instrucciones completas: estas instrucciones se muestran cuando los trabajadores seleccionan
Más instrucciones en la ventana emergente. Le recomendamos que facilite instrucciones 
detalladas para completar la tarea con varios ejemplos que muestren casos periféricos y otras 
situaciones difíciles para etiquetar objetos.

En trabajos de etiquetado en nubes de puntos 3D y fotogramas de vídeo, puede agregar 
instrucciones de trabajo al archivo de configuración de categorías de etiquetas. Puede utilizar una 
sola cadena para crear instrucciones o agregar marcado HTML para personalizar la apariencia de las 
instrucciones y agregar imágenes. Asegúrese de que las imágenes que incluya en las instrucciones 
estén a disposición del público o, si las instrucciones están en Amazon S3, que los trabajadores 
tengan acceso de lectura para poder verlas.

Usar datos de entrada y salida

Los datos de entrada que proporcione a Amazon SageMaker Ground Truth se envían a sus 
trabajadores para que los etiqueten. Puede elegir los datos que desea enviar a sus trabajadores 
creando un único archivo de manifiesto en el que se definan todos los datos que deben etiquetarse 
o enviando los objetos de datos de entrada a un trabajo de etiquetado continuo y continuo para 
etiquetarlos en tiempo real.
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Los datos de salida son el resultado de su trabajo de etiquetado. El archivo de datos de salida, o
archivo de manifiesto aumentado, contiene los datos de etiqueta de cada objeto que envíe al trabajo 
de etiquetado y metadatos sobre la etiqueta asignada a los objetos de datos.

Si utiliza la clasificación de imágenes (etiqueta única y múltiple), la clasificación de texto (etiqueta 
única y múltiple), la detección de objetos y la segmentación semántica integrada en los tipos de 
tareas para crear un trabajo de etiquetado, puede utilizar el archivo de manifiesto aumentado 
resultante para lanzar un trabajo de entrenamiento de SageMaker. Para ver una demostración del 
uso de un manifiesto aumentado para entrenar un modelo de machine learning de detección de 
objetos con Amazon SageMaker, consulte object_detection_augmented_manifest_training.ipynb. 
Para obtener más información, consulte Proporcione metadatos del conjunto de datos a trabajos de 
capacitación con un archivo de manifiesto aumentado.

Temas

• Datos de entrada

• Datos de entrada de nube de puntos 3D

• Datos de entrada de fotogramas de vídeo

• Datos de salida

Datos de entrada

Los datos de entrada son los objetos de datos que envía a su personal para etiquetarlos. Hay dos 
formas de enviar objetos de datos a Ground Truth para etiquetarlos:

• Enviar una lista de objetos de datos que deban etiquetarse mediante un archivo de manifiesto de 
entrada.

• Enviar objetos de datos individuales en tiempo real a un trabajo de etiquetado en streaming y 
continuo.

Si tiene un conjunto de datos que debe etiquetarse una vez y no necesita un trabajo de etiquetado 
continuo, cree un trabajo de etiquetado estándar con un archivo de manifiesto de entrada.

Si desea enviar periódicamente nuevos objetos de datos a su trabajo de etiquetado una vez que 
haya comenzado, cree un trabajo de etiquetado en streaming. Al crear un trabajo de etiquetado 
en streaming, si lo desea, puede utilizar un archivo de manifiesto de entrada para especificar un 
grupo de datos que desee etiquetar inmediatamente cuando comience el trabajo. Puede enviar 
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continuamente nuevos objetos de datos a un trabajo de etiquetado en streaming mientras esté 
activo.

Note

Los trabajos de etiquetado en streaming solo se admiten a través de la API de SageMaker. 
No puede crear un trabajo de etiquetado en streaming con la consola de SageMaker.

Los siguientes tipos de tareas tienen requisitos y opciones especiales de datos de entrada:

• Para obtener información sobre los requisitos de datos de entrada de trabajos de etiquetado de
nube de puntos 3D, consulte Datos de entrada de nube de puntos 3D.

• Para conocer los requisitos de datos de entrada de los trabajos de etiquetado de fotogramas de 
vídeo, consulte Datos de entrada de fotogramas de vídeo.

Temas

• Use un archivo de manifiesto de entrada

• Configuración de datos automatizada

• Formatos de fecha admitidos

• Trabajos de etiquetado en streaming de Ground Truth

• Cuotas de datos de entrada

• Filtrar y seleccionar datos para etiquetado

Use un archivo de manifiesto de entrada

Cada línea de un archivo de manifiesto de entrada es una entrada que contiene un objeto, o una 
referencia a un objeto, que hay que etiquetar. Una entrada también puede contener etiquetas de 
trabajos anteriores y, para algunos tipos de tareas, información adicional.

Los datos de entrada y el archivo de manifiesto deben almacenarse en Amazon Simple Storage 
Service (Amazon S3). Cada uno tiene unos requisitos específicos de almacenamiento y acceso, 
como se indica a continuación:

• El bucket de S3 que contiene los datos de entrada debe estar en la misma región de AWS 
en la que se está ejecutando Amazon SageMaker Ground Truth. Debe dar acceso a Amazon 
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SageMaker a los datos almacenados en el bucket de S3 para que pueda leerlos. Para obtener más 
información acerca de los buckets de S3, consulte Trabajo con buckets de S3.

• El archivo de manifiesto tiene que estar en la misma región de AWS que los archivos de datos, 
pero no tiene por qué estar en la misma ubicación que ellos. Se puede almacenar en cualquier 
bucket de S3 al que pueda acceder el rol de AWS Identity and Access Management (IAM) que 
asignó a Ground Truth cuando creó el trabajo de etiquetado.

Note

Los tipos de tareas de nube de puntos 3D y fotogramas de vídeo tienen diferentes requisitos 
y atributos de manifiestos de entrada.
Para conocer los tipos de tareas de nube de puntos 3D, consulte Crear un archivo de 
manifiesto de entrada para un trabajo de etiquetado en nubes de puntos 3D.
Para obtener información sobre los tipos de tareas de fotogramas de vídeo, consulte Cree un 
archivo de manifiesto de entrada de fotograma de vídeo.

El manifiesto es un archivo con codificación UTF-8 donde cada línea es un objeto JSON completo y 
válido. Cada línea se delimita con un salto de línea estándar, \n o \r\n. Dado que cada línea tiene que 
ser un objeto JSON válido, no puede tener caracteres de salto de línea sin escape. Para obtener más 
información sobre el formato de datos, consulte JSON Lines.

Cada objeto JSON del archivo de manifiesto no puede tener más de 100 000 caracteres. Ningún 
atributo único dentro de un objeto puede tener más de 20 000 caracteres. Los nombres de atributo 
no pueden empezar por $ (signo de dólar).

Cada objeto JSON en el archivo de manifiesto debe contener una de las siguientes claves: source-
ref o source. El valor de las claves se interpreta como se indica a continuación:

• source-ref: el origen del objeto es el objeto de Amazon S3 especificado en el valor. Utilice este 
valor cuando el objeto sea un objeto binario, como una imagen.

• source: el origen del objeto es el valor. Utilice este valor cuando el objeto sea un valor de texto.

A continuación se incluye un ejemplo de un archivo de manifiesto para archivos almacenados en un 
bucket de Amazon S3:
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{"source-ref": "S3 bucket location 1"}
{"source-ref": "S3 bucket location 2"} 
   ...
{"source-ref": "S3 bucket location n"} 

Utilice la clave source-ref para los archivos de imagen para los trabajos de etiquetado de 
segmentación semántica, de clasificación de imágenes (etiqueta única y etiquetas múltiples) y 
de cuadro delimitador, y clips de vídeo para trabajos de etiquetado de clasificación de vídeo. Los 
trabajos de etiquetado de fotogramas de vídeo y nubes de puntos 3D también utilizan la clave
source-ref, pero estos trabajos de etiquetado requieren información adicional en el archivo de 
manifiesto de entrada. Para obtener más información, consulte Datos de entrada de nube de puntos 
3D y Datos de entrada de fotogramas de vídeo.

A continuación se muestra un ejemplo de un archivo de manifiesto con los datos de entrada 
almacenados en el manifiesto:

{"source": "Lorem ipsum dolor sit amet"}
{"source": "consectetur adipiscing elit"} 
   ...
{"source": "mollit anim id est laborum"} 

Utilice la clave source para los trabajos de clasificación de texto de etiqueta única y etiquetas 
múltiples y para los trabajos de etiquetado de reconocimiento de entidades con nombre.

Puede incluir otros pares de clave-valor en el archivo de manifiesto. Estos pares se transfieren al 
archivo de salida sin cambios. Esto es útil si desea transferir información entre sus aplicaciones. Para 
obtener más información, consulte Datos de salida.

Configuración de datos automatizada

Puede utilizar la configuración de datos automatizada para crear archivos de manifiesto para sus 
trabajos de etiquetado en la consola de Ground Truth con imágenes, vídeos, fotogramas de vídeo, 
archivos de texto (.txt) y archivos de valores separados por comas (.csv) almacenados en Amazon 
S3. Cuando utiliza la configuración de datos automatizada, especifica una ubicación de Amazon S3 
en la que se almacenan los datos de entrada y el tipo de datos de entrada, y Ground Truth busca los 
archivos que coincidan con ese tipo en la ubicación que especifique.
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Note

Ground Truth no utiliza una clave de AWS KMS para acceder a los datos de entrada ni para 
escribir el archivo de manifiesto de entrada en la ubicación de Amazon S3 que especifique. 
El usuario o rol que crea el trabajo de etiquetado debe tener permisos para acceder a los 
objetos de datos de entrada en Amazon S3.

Antes de utilizar el siguiente procedimiento, asegúrese de que las imágenes o los archivos de 
entrada tengan el formato correcto:

• Archivos de imagen: los archivos de imagen deben ajustarse a los límites de tamaño y resolución 
que se indican en las tablas que se encuentran en Cuota de tamaño de archivo de entrada.

• Archivos de texto: los datos de texto se pueden almacenar en uno o más archivos .txt. Cada 
elemento que desee etiquetar debe estar separado por un salto de línea estándar.

• Archivos CSV: los datos de texto se pueden almacenar en uno o más archivos .csv. Cada 
elemento que desee etiquetar debe estar en una fila separada.

• Vídeos: los archivos de vídeo pueden tener cualquiera de los siguientes formatos: .mp4, .ogg 
y .webm. Si desea extraer fotogramas de vídeo de sus archivos de vídeo para detectar o rastrear 
objetos, consulte Proporcione archivos de vídeo.

• Fotogramas de vídeo: los fotogramas de vídeo son imágenes extraídas de un vídeo. Todas las 
imágenes extraídas de un único vídeo se denominan secuencia de fotogramas de vídeo. Cada 
secuencia de fotogramas de vídeo debe tener claves de prefijo únicas en Amazon S3. Consulte
Proporcione fotogramas de vídeo. Para este tipo de datos, consulte Configuración automatizada de 
datos de entrada de fotogramas de vídeo

Important

Para trabajos de etiquetado con detección de objetos en fotogramas de vídeo y seguimiento 
de objetos en fotogramas de vídeo, consulte Configuración automatizada de datos 
de entrada de fotogramas de vídeo para aprender a utilizar la configuración de datos 
automatizada.

Siga estas instrucciones para configurar automáticamente la conexión del conjunto de datos de 
entrada con Ground Truth.
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Conecte automáticamente los datos en Amazon S3 con Ground Truth

1. Vaya a la página Crear trabajo de etiquetado de la consola de Amazon SageMaker en https:// 
console.aws.amazon.com/sagemaker/.

Este enlace lo ubica en la región de AWS Virginia del Norte (us-east-1). Si los datos de entrada 
se encuentran en un bucket de Amazon S3 de otra región, cámbiese a esa región. Para 
cambiar de región de AWS, en la barra de navegación, elija el nombre de la región mostrada 
actualmente.

2. Seleccione Crear trabajo de etiquetado.

3. Ingrese un Job name (Nombre de trabajo).

4. En la sección Configuración de datos de entrada, seleccione Configuración de datos 
automatizada.

5. Introduzca un URI de Amazon S3 en la Ubicación de S3 para los conjuntos de datos de entrada.

6. Especifique su Ubicación de S3 para los conjuntos de datos de salida. Aquí es donde se 
almacenarán los datos de salida.

7. Elija el Tipo de datos en la lista desplegable.

8. Utilice el menú desplegable Rol de IAM para seleccionar un rol de ejecución. Si selecciona Crear 
un rol nuevo, especifique los buckets de Amazon S3 a los que quiere conceder permiso de 
acceso a este rol. Este rol debe tener permiso para acceder a los buckets de S3 que especificó 
en los pasos 5 y 6.

9. Seleccione Configuración de datos completa.

El siguiente GIF muestra cómo utilizar la configuración de datos automatizada para los datos de 
imagen. Con este ejemplo, se crea un archivo, dataset-YYMMDDTHHMMSS.manifest en el bucket 
de Amazon S3 example-groundtruth-images, donde YYMMDDTHHmmSS indica el año (YY), el 
mes (MM), el día (DD) y la hora en horas (HH), minutos (mm) y segundos (ss) en que se creó el archivo 
de manifiesto de entrada.

Formatos de fecha admitidos

Al crear manualmente un archivo de manifiesto de entrada para un tipo de tarea integrada, los datos 
de entrada deben estar en uno de los siguientes formatos de archivo compatibles con el tipo de datos 
de entrada correspondiente. Para obtener más información sobre la configuración automática de 
datos, consulte Configuración de datos automatizada.
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Tip

Al utilizar la configuración de datos automatizada, se pueden utilizar formatos de datos 
adicionales para generar un archivo de manifiesto de entrada para los tipos de tareas 
basadas en fotogramas de vídeo y texto.

Tipos de tareas Tipo de datos de 
entrada

Formatos admitidos Ejemplo de línea de 
manifiesto de entrada

Cuadro delimitad 
or, segmentación 
semántica, clasifica 
ción de imágenes 
(etiqueta única y 
etiqueta múltiple), 
verificación y ajuste 
de etiquetas

Imagen .jpg, .jpeg, .png {"source-ref": 
 "s3://DOC-
EXAMPLE-BUCKET 
1 /example- 
image.png "}

Reconocimiento 
de entidades con 
nombre, clasificación 
de textos (etiquetas 
únicas y múltiples)

Texto Texto sin procesar {"source": 
 "Lorem ipsum 
 dolor sit amet"}

Clasificación de vídeo Clips de vídeo .mp4, .ogg y .webm {"source-ref": 
 "s3:///example-
video.mp4 "}

Detección de objetos 
en fotogramas de 
vídeo, seguimien 
to de objetos en 
fotogramas de vídeo 
(cuadros delimitad 
ores, polilíneas, 

Fotogramas de 
vídeo y archivos 
de secuencia de 
fotogramas de vídeo 
(para el seguimiento 
de objetos)

Fotogramas de 
vídeo: .jpg, .jpeg, .png

Archivos de 
secuencias: .json

Consulte Cree un 
archivo de manifiest 
o de entrada de 
fotograma de vídeo.
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Tipos de tareas Tipo de datos de 
entrada

Formatos admitidos Ejemplo de línea de 
manifiesto de entrada

polígonos o puntos 
clave)

Segmentación 
semántica de nubes 
de puntos 3D, 
detección de objetos 
de nubes de puntos 
3D, seguimiento de 
objetos de nubes de 
puntos 3D

Archivos de 
secuencias de nubes 
de puntos y nubes 
de puntos (para 
el seguimiento de 
objetos)

Nubes de puntos: 
formato de paquete 
binario y ASCII. Para 
obtener más informaci 
ón, consulte Formatos 
de datos 3D sin 
procesar aceptados.

Archivos de 
secuencias: .json

Consulte Crear un 
archivo de manifiest 
o de entrada para un 
trabajo de etiquetad 
o en nubes de puntos 
3D.

Trabajos de etiquetado en streaming de Ground Truth

Si quiere enviar continuamente nuevos objetos de datos a Amazon SageMaker Ground Truth para 
etiquetarlos, utilice un trabajo de etiquetado en streaming. Los trabajos de etiquetado en streaming le 
permiten:

• Enviar nuevos objetos del conjunto de datos a los trabajadores en tiempo real mediante un trabajo 
de etiquetado que se ejecuta permanentemente. Los trabajadores reciben continuamente nuevos 
objetos de datos para etiquetarlos mientras el trabajo de etiquetado esté activo y se les envíen 
nuevos objetos.

• Ver el número de objetos que se han colocado en cola y que están a la espera de ser etiquetados. 
Utilice esta información para controlar el flujo de objetos de datos que se envían a su trabajo de 
etiquetado.

• Recibir los datos de las etiquetas de los objetos de datos individuales en tiempo real a medida que 
los trabajadores terminen de etiquetarlos.

Los trabajos de etiquetado en streaming de Ground Truth permanecen activos hasta que se detienen 
manualmente o lleven inactivos durante más de 10 días. Puede enviar nuevos objetos de datos a los 
trabajadores de forma intermitente mientras el trabajo de etiquetado esté activo.
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Si es un usuario nuevo de los trabajos de etiquetado en streaming de Ground Truth, le 
recomendamos que revise Cómo funciona.

Utilice Crear un trabajo de etiquetado en streaming para aprender a crear un trabajo de etiquetado en 
streaming.

Note

Los trabajos de etiquetado en streaming de Ground Truth solo se admiten a través de la API 
de SageMaker.

Temas

• Cómo funciona

• Envíe datos a un trabajo de etiquetado en streaming

• Administre las solicitudes de etiquetado con una cola de Amazon SQS

• Reciba datos de salida de un trabajo de etiquetado en streaming

• Gestión de mensajes duplicados

Cómo funciona

Cuando crea un trabajo de etiquetado en streaming de Ground Truth, el trabajo permanece activo 
hasta que se detiene manualmente, permanece inactivo durante más de 10 días o no puede acceder 
a los orígenes de datos de entrada. Puede enviar nuevos objetos de datos a los trabajadores de 
forma intermitente mientras el trabajo esté activo. Un trabajador puede seguir recibiendo nuevos 
objetos de datos en tiempo real siempre que el número total de tareas disponibles para el trabajador 
en ese momento sea inferior al valor de MaxConcurrentTaskCount. De lo contrario, el objeto 
de datos se envía a una cola que Ground Truth crea en su nombre en Amazon Simple Queue 
Service (Amazon SQS) para su posterior procesamiento. Estas tareas se envían a los trabajadores 
en cuanto el número total de tareas disponibles en ese momento para un trabajador sea inferior a
MaxConcurrentTaskCount. Si un objeto de datos no se envía a un trabajador después de 14 días, 
caduca. Puede ver el número de tareas pendientes en la cola y ajustar el número de objetos que 
envía al trabajo de etiquetado. Por ejemplo, puede reducir la velocidad a la que envía los objetos al 
trabajo de etiquetado si los objetos pendientes superan un umbral.
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Envíe datos a un trabajo de etiquetado en streaming

Si lo desea, puede enviar los datos de entrada a un trabajo de etiquetado en streaming una sola 
vez al crear el trabajo de etiquetado mediante un archivo de manifiesto de entrada. Una vez que el 
trabajo de etiquetado haya comenzado y el estado sea InProgress, puede enviar nuevos objetos 
de datos a su trabajo de etiquetado en tiempo real mediante el tema de entrada de Amazon SNS y 
las notificaciones de eventos de Amazon S3.

Envíe los objetos de datos al iniciar el trabajo de etiquetado (una vez):

• Utilice un archivo de manifiesto de entrada: si lo desea, puede especificar un archivo de manifiesto 
de entrada en el URI de Amazon S3 en ManifestS3Uri al crear el trabajo de etiquetado en 
streaming. Ground Truth envía cada objeto de datos del archivo de manifiesto a los trabajadores 
para que lo etiqueten en cuanto comience el trabajo de etiquetado. Para obtener más información, 
consulte Crear un archivo de manifiesto (opcional).

Después de enviar una solicitud para crear el trabajo de etiquetado en streaming, su estado 
será Initializing. Una vez que el trabajo de etiquetado esté activo, el estado cambiará a
InProgress y podrá empezar a utilizar las opciones en tiempo real para enviar objetos de datos 
adicionales para realizar el etiquetado.

Envíe objetos de datos en tiempo real:

• Envíe objetos de datos mediante mensajes de Amazon SNS: puede enviar a Ground Truth nuevos 
objetos de datos para etiquetarlos enviando un mensaje de Amazon SNS. Enviará este mensaje 
a un tema de entrada de Amazon SNS que cree y especifique al crear su trabajo de etiquetado en 
streaming. Para obtener más información, consulte Envíe objetos de datos mediante Amazon SNS.

• Envíe objetos de datos colocándolos en un bucket de Amazon S3: cada vez que añada un nuevo 
objeto de datos a un bucket de Amazon S3, podrá solicitar a Ground Truth que procese ese objeto 
para su etiquetado. Para ello, añada una notificación de evento al bucket para que notifique su 
tema de entrada de Amazon SNS cada vez que se añada (o se cree) un nuevo objeto en ese 
bucket. Para obtener más información, consulte Envíe objetos de datos mediante Amazon S3. Esta 
opción no está disponible para los trabajos de etiquetado basados en texto, como la clasificación 
de textos y el reconocimiento de entidades con nombre.
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Important

Si utiliza la configuración de Amazon S3, no utilice la misma ubicación de Amazon S3 
para la configuración de los datos de entrada y los datos de salida. Al crear un trabajo de 
etiquetado, debe especificar el prefijo S3 para los datos de salida.

Envíe objetos de datos mediante Amazon SNS

Puede enviar objetos de datos a su trabajo de etiquetado en streaming mediante Amazon Simple 
Notification Service (Amazon SNS). Amazon SNS es un servicio web que coordina y administra 
la entrega de mensajes desde y hacia puntos de conexión (por ejemplo, una dirección de correo 
electrónico o una función de AWS Lambda). Un tema de Amazon SNS actúa como un canal de 
comunicación entre dos o más puntos de conexión. Amazon SNS se utiliza para enviar o publicar
nuevos objetos de datos en el tema especificado en el parámetro de CreateLabelingJob
SnsTopicArn en InputConfig El formato de estos mensajes es el mismo que el de una sola línea 
de un archivo de manifiesto de entrada.

Por ejemplo, puede enviar un fragmento de texto a un trabajo de etiquetado y clasificación de texto 
activo publicándolo en el tema de entrada. El mensaje que publique puede tener un aspecto similar al 
siguiente:

{"source": "Lorem ipsum dolor sit amet"}

Para enviar un objeto de imagen nuevo a un trabajo de etiquetado y clasificación de imágenes, el 
mensaje podría tener un aspecto similar al siguiente:

{"source-ref": "s3://awsexamplebucket/example-image.jpg"}

Note

También puede incluir identificadores de deduplicación y claves de deduplicación 
personalizados en sus mensajes de Amazon SNS. Para obtener más información, consulte 
Gestión de mensajes duplicados.
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Cuando Ground Truth crea tu trabajo de etiquetado en streaming, se suscribe a su tema de entrada 
de Amazon SNS.

Envíe objetos de datos mediante Amazon S3

Puede enviar uno o más objetos de datos nuevos a un trabajo de etiquetado en streaming 
colocándolos en un bucket de Amazon S3 que esté configurado con una notificación de eventos de 
Amazon SNS. Puede configurar un evento para que notifique a su tema de entrada de Amazon SNS 
cada vez que se cree un objeto nuevo en su bucket. Debe especificar este mismo tema de entrada 
de Amazon SNS en el parámetro de CreateLabelingJob SnsTopicArn en InputConfig.

Cada vez que configure un bucket de Amazon S3 para enviar notificaciones a Amazon SNS, Ground 
Truth publicará un evento de prueba, "s3:TestEvent", para garantizar que el tema existe y 
que el propietario del bucket de Amazon S3 especificado tiene permiso para publicar en el tema 
especificado. Se recomienda configurar la conexión de Amazon S3 con Amazon SNS antes de iniciar 
un trabajo de etiquetado en streaming. Si no lo hace, este evento de prueba puede registrarse como 
un objeto de datos y enviarse a Ground Truth para etiquetarlo.

Important

Si utiliza la configuración de Amazon S3, no utilice la misma ubicación de Amazon S3 para la 
configuración de los datos de entrada y los datos de salida. Al crear un trabajo de etiquetado, 
debe especificar el prefijo S3 para los datos de salida.
Para los trabajos de etiquetado basados en imágenes, Ground Truth requiere que todos 
los buckets de S3 tengan una política de CORS asociada. Para obtener más información, 
consulte Requisito del permiso CORS.

Una vez que haya configurado su bucket de Amazon S3 y creado su trabajo de etiquetado, podrá 
añadir objetos a su bucket y Ground Truth enviará ese objeto a los trabajadores o lo colocará en su 
cola de Amazon SQS.

Para obtener más información, consulte Configurar notificaciones de eventos de bucket de Amazon 
S3.

Important

Esta opción no está disponible para los trabajos de etiquetado basados en texto, como la 
clasificación de textos y el reconocimiento de entidades con nombre.
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Administre las solicitudes de etiquetado con una cola de Amazon SQS

Cuando Ground Truth crea su trabajo de etiquetado en streaming, crea una cola de Amazon SQS 
en la cuenta de AWS que se ha utilizado para crear el trabajo de etiquetado. El nombre de la cola es
GroundTruth-labeling_job_name, donde labeling_job_name es el nombre de su trabajo 
de etiquetado, en minúsculas. Cuando envía objetos de datos a su trabajo de etiquetado, Ground 
Truth envía los objetos de datos directamente a los trabajadores o coloca la tarea en su cola para 
procesarla más adelante. Si un objeto de datos no se envía a un trabajador después de 14 días, 
caduca y se elimina de la cola. Puede configurar una alarma en Amazon SQS para detectar cuándo 
caducan los objetos y utilizar este mecanismo para controlar el volumen de objetos que envía a su 
tarea de etiquetado.

Important

Modificar, eliminar o enviar objetos directamente a la cola de Amazon SQS asociada a su 
trabajo de etiquetado de streaming puede provocar errores en el trabajo.

Reciba datos de salida de un trabajo de etiquetado en streaming

Su bucket de salida de Amazon S3 se actualiza periódicamente con nuevos datos de salida de su 
trabajo de etiquetado en streaming.

Si lo desea, puede especificar un tema de salida de Amazon SNS. Cada vez que un trabajador envía 
un objeto etiquetado, se envía una notificación con los datos de salida a ese tema. Puede suscribir 
un punto de conexión a su tema de salida de SNS para recibir notificaciones o activar eventos 
cuando reciba datos de salida de una tarea de etiquetado. Utilice un tema de salida de Amazon 
SNS si quiere realizar un encadenamiento en tiempo real a otro trabajo en streaming y recibir una 
notificación de Amazon SNS cada vez que un trabajador envíe un objeto de datos.

Para obtener más información, consulte Suscribir un punto de conexión a un tema de Amazon SNS.

Gestión de mensajes duplicados

Para los objetos de datos que se envían en tiempo real, Ground Truth garantiza la idempotencia 
al asegurar que cada objeto único solo se envíe para su etiquetado una vez, incluso si el mensaje 
de entrada que hace referencia a ese objeto se recibe varias veces (mensajes duplicados). Para 
ello, a cada objeto de datos que se envía a un trabajo de etiquetado en streaming se le asigna un
identificador de deduplicación, que se identifica con una clave de deduplicación.
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Si envía sus solicitudes para etiquetar objetos de datos directamente a través del tema de entrada 
de Amazon SNS mediante mensajes de Amazon SNS, puede elegir, si lo desea, una clave de 
deduplicación e identificadores de deduplicación personalizados para sus objetos. Para obtener más 
información, consulte Especifique una clave y un identificador de deduplicación en un mensaje de 
Amazon SNS.

Si no proporciona su propia clave de deduplicación o si utiliza la configuración de Amazon S3 
para enviar objetos de datos a su trabajo de etiquetado, Ground Truth utiliza una de las siguientes 
opciones para el identificador de deduplicación:

• Para los mensajes que se envían directamente al tema de entrada de Amazon SNS, Ground Truth 
utiliza el identificador del mensaje de SNS.

• Para los mensajes que provienen de una configuración de Amazon S3, Ground Truth crea un 
identificador de deduplicación combinando el URI de Amazon S3 del objeto con el token del 
secuenciador del mensaje.

Especifique una clave y un identificador de deduplicación en un mensaje de Amazon SNS

Cuando envía un objeto de datos a su trabajo de etiquetado en streaming mediante un mensaje 
de Amazon SNS, tiene la opción de especificar la clave de deduplicación y el identificador de 
deduplicación de una de las siguientes maneras. En todos estos escenarios, identifique su clave de 
deduplicación con dataset-objectid-attribute-name.

Traiga su propia clave e identificador de deduplicación

Cree su propia clave de deduplicación e identificador de deduplicación configurando su mensaje 
de Amazon SNS de la siguiente manera. Sustituya byo-key por su clave y UniqueId por el 
identificador de deduplicación de ese objeto de datos.

{ 
    "source-ref":"s3://bucket/prefix/object1",  
    "dataset-objectid-attribute-name":"byo-key", 
    "byo-key":"UniqueId"  
}

La clave de deduplicación puede tener hasta 140 caracteres. Los patrones admitidos incluyen:
"^[$a-zA-Z0-9](-*[a-zA-Z0-9])*".

Su identificador de deduplicación puede tener una longitud de hasta 1024 caracteres. Los patrones 
admitidos incluyen: ^(https|s3)://([^/]+)/?(.*)$.
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Utilice una clave existente para su clave de deduplicación

Puede usar una clave existente en su mensaje como clave de deduplicación. Al hacerlo, el valor 
asociado a esa clave se usa para el identificador de deduplicación.

Por ejemplo, puede especificar el uso de la clave source-ref como clave de deduplicación si 
formatea el mensaje de la siguiente manera:

{ 
    "source-ref":"s3://bucket/prefix/object1", 
    "dataset-objectid-attribute-name":"source-ref"  
}

En este ejemplo, Ground Truth utiliza "s3://bucket/prefix/object1" para el identificador de 
deduplicación.

Busque la clave y el identificador de deduplicación en sus datos de salida

Puede ver la clave y el identificador de deduplicación en sus datos de salida La clave de 
deduplicación se identifica mediante dataset-objectid-attribute-name.

Cuando utiliza su propia clave de deduplicación personalizada, el resultado contiene algo parecido a 
lo siguiente:

"dataset-objectid-attribute-name": "byo-key",
"byo-key": "UniqueId",

Si no especifica una clave, puede encontrar el identificador de deduplicación que Ground Truth ha 
asignado a su objeto de datos de la siguiente manera. El parámetro $label-attribute-name-
object-id identifica su identificador de deduplicación.

{ 
    "source-ref":"s3://bucket/prefix/object1",  
    "dataset-objectid-attribute-name":"$label-attribute-name-object-id" 
    "label-attribute-name" :0, 
    "label-attribute-name-metadata": {...}, 
    "$label-attribute-name-object-id":"<service-generated-key>"
}

Para <service-generated-key>, si el objeto de datos proviene de una configuración de Amazon 
S3, Ground Truth añade un valor único que utiliza el servicio y emite un nuevo campo codificado 
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por $sequencer, que se muestra el secuenciador de Amazon S3 utilizado. Si el objeto se envió 
directamente a SNS, Ground Truth utiliza el identificador del mensaje de SNS.

Note

No utilice el carácter $ en el nombre del atributo de la etiqueta.

Cuotas de datos de entrada

Los conjuntos de datos de entrada utilizados en trabajos de etiquetado de segmentación semántica 
tienen una cuota de 20.000 elementos. Para todos los demás tipos de trabajos de etiquetado, la 
cuota de tamaño del conjunto de datos es de 100 000 elementos. Para solicitar un aumento de la 
cuota para trabajos de etiquetado distintos de los trabajos de segmentación semántica, revise los 
procedimientos de AWSService Quotas para solicitar un aumento de cuota.

Los datos de imagen de entrada para trabajos de etiquetado de aprendizaje activos y no activos 
no deben superar las cuotas de tamaño y resolución. El aprendizaje activo hace referencia a un 
trabajo de etiquetado que utiliza el etiquetado de datos automatizado. El aprendizaje no activo hace 
referencia a trabajos de etiquetado que no utilizan el etiquetada de datos automatizado.

Se aplican cuotas adicionales a las categorías de etiquetas para todos los tipos de tareas y a los 
datos de entrada y los atributos de las categorías de etiquetado para los tipos de tareas de nube de 
puntos 3D y fotogramas de vídeo.

Cuota de tamaño de archivo de entrada

Los archivos de entrada no pueden superar las siguientes cuotas de tamaño para trabajos de 
etiquetado de aprendizaje activos y no activos. No existe una cuota de tamaño de archivo de entrada 
para los vídeos que se utilizan en los trabajos de etiquetado con clasificación de vídeos.

Tipo de tarea de trabajo de etiquetado Cuota de tamaño de archivo de entrada

Clasificación de imágenes 40 MB

Cuadro delimitador (detección de objetos) 40 MB

Segmentación semántica 40 MB
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Tipo de tarea de trabajo de etiquetado Cuota de tamaño de archivo de entrada

Ajuste de etiqueta de cuadro delimitador 
(detección de objetos)

40 MB

Ajuste de etiqueta de segmentación semántica 40 MB

Verificación de etiquetas de cuadro delimitador 
(detección de objetos)

40 MB

Verificación de etiquetas de segmentación 
semántica

40 MB

Cuotas de resolución de imagen de entrada

La resolución del archivo de imagen hace referencia al número de píxeles de una imagen y 
determina la cantidad de detalles que contiene una imagen. Las cuotas de resolución de imagen 
varían según el tipo de trabajo de etiquetado y el algoritmo de SageMaker integrado que se utilice. 
En la siguiente tabla se enumeran las cuotas de resolución para las imágenes utilizadas en trabajos 
de etiquetado de aprendizaje activos y no activos.

Tipo de tarea de trabajo de 
etiquetado

Cuota de resolución - 
Aprendizaje no activo

Cuota de resolución - 
Aprendizaje activo

Clasificación de imágenes 100 millones de píxeles 3840 x 2160 píxeles (4 K)

Cuadro delimitador (detección 
de objetos)

100 millones de píxeles 3840 x 2160 píxeles (4 K)

Segmentación semántica 100 millones de píxeles 1920 x 1080 píxeles (1080 p)

Ajuste de etiqueta de 
detección de objetos

100 millones de píxeles 3840 x 2160 píxeles (4 K)

Ajuste de etiqueta de 
segmentación semántica

100 millones de píxeles 1920 x 1080 píxeles (1080 p)
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Tipo de tarea de trabajo de 
etiquetado

Cuota de resolución - 
Aprendizaje no activo

Cuota de resolución - 
Aprendizaje activo

Verificación de etiquetas de 
detección de objetos

100 millones de píxeles No disponible

Verificación de etiquetas de 
segmentación semántica

100 millones de píxeles No disponible

Cuotas de categorías de etiquetas

Cada tipo de tarea de etiquetado tiene una cuota para el número de categorías de etiquetas que 
puede especificar. Los trabajadores seleccionan las categorías de etiquetas para crear anotaciones. 
Por ejemplo, puede especificar las categorías de etiquetas coche, peatón y motorista al crear un 
trabajo de etiquetado de cuadros delimitadores y los trabajadores seleccionarán la categoría coche
antes de dibujar cuadros delimitadores alrededor de los coches.

Important

Los nombres de las categorías de etiquetas no pueden superar los 256 caracteres.
Todas las categorías de etiquetas deben ser únicas. No puede especificar categorías de 
etiquetas duplicadas.

Estos son los límites de categorías de etiquetas que se aplican a los trabajos de etiquetado. Las 
cuotas para las categorías de etiquetas dependen de si se utiliza la operación CreateLabelingJob
de la API de SageMaker o la consola para crear un trabajo de etiquetado.

Tipo de tarea de trabajo de 
etiquetado

Cuota de categoría de 
etiqueta: API

Cuota de categoría de 
etiqueta: consola

Clasificación de imágenes 
(etiquetas múltiples)

50 50

Clasificación de imágenes 
(etiqueta única)

Sin límite 30
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Tipo de tarea de trabajo de 
etiquetado

Cuota de categoría de 
etiqueta: API

Cuota de categoría de 
etiqueta: consola

Cuadro delimitador (detección 
de objetos)

50 50

Verificación de etiquetas Sin límite 30

Segmentación semántica (con 
aprendizaje activo)

20 10

Segmentación semántica (sin 
aprendizaje activo)

Sin límite 10

Reconocimiento de entidades 
con nombre

Sin límite 30

Clasificación de texto (etiqueta 
s múltiples)

50 50

Clasificación de texto (etiqueta 
única)

Sin límite 30

Clasificación de vídeo 30 30

Detección de objetos en 
fotogramas de vídeo

30 30

Seguimiento de objetos en 
fotogramas de vídeo

30 30

Detección de objetos en 
nubes de puntos 3D

30 30

Seguimiento de objetos en 
nubes de puntos 3D

30 30

Segmentación semántica de 
nube de puntos 3D

30 30
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Cuotas de trabajo de etiquetado de fotogramas de vídeo y nubes de puntos 3D

Estas son las cuotas que se aplican a los datos de entrada de los trabajos de etiquetado de 
fotogramas de vídeo y nubes de puntos 3D.

Tipo de tarea de trabajo de etiquetado Cuota de datos de entrada

Detección de objetos en fotogramas de vídeo 2000 fotogramas de vídeo (imágenes) por 
secuencia

Detección de objetos en fotogramas de vídeo 10 secuencias de fotogramas de vídeo por 
archivo de manifiesto

Seguimiento de objetos en fotogramas de 
vídeo

2000 fotogramas de vídeo (imágenes) por 
secuencia

Seguimiento de objetos en fotogramas de 
vídeo

10 secuencias de fotogramas de vídeo por 
archivo de manifiesto

Detección de objetos en nubes de puntos 3D 100 000 fotogramas de nubes de puntos por 
trabajo de etiquetado

Seguimiento de objetos en nubes de puntos 3D 100 000 secuencias de fotogramas de nubes 
de puntos por trabajo de etiquetado

Seguimiento de objetos en nubes de puntos 3D 500 fotogramas de nube de puntos en cada 
archivo de secuencia

Al crear un trabajo de etiquetado de fotogramas de vídeo o nubes de puntos 3D, puede añadir uno 
o más atributos de categoría de etiqueta a cada categoría de etiqueta que especifique para que los 
trabajadores proporcionen más información sobre una anotación.

Cada atributo de categoría de etiqueta tiene un único atributo de categoría de etiqueta name y una 
lista de una o más opciones (valores) entre las que elegir. Para obtener más información, consulte
Interfaz de usuario (IU) del trabajador para conocer los trabajos de etiquetado de nubes de puntos 
3D y Interfaz de usuario (IU) del trabajador para conocer los trabajos de etiquetado de fotogramas de 
vídeo.
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Las siguientes cuotas se aplican al número de atributos, nombres y valores de categorías de 
etiquetas que puede especificar para los trabajos de etiquetado.

Tipo de tarea de trabajo de 
etiquetado

Cuota de atributo (nombre) de 
categoría de etiqueta

Cuota de valores de atributo 
de categoría de etiqueta

Detección de objetos en 
fotogramas de vídeo

10 10

Seguimiento de objetos en 
fotogramas de vídeo

10 10

Detección de objetos en 
nubes de puntos 3D

10 10

Seguimiento de objetos en 
nubes de puntos 3D

10 10

Segmentación semántica de 
nube de puntos 3D

10 10

Filtrar y seleccionar datos para etiquetado

Puede utilizar la consola de Amazon SageMaker para seleccionar una parte del conjunto de datos 
para etiquetarlo. Los datos tienen que estar almacenados en un bucket de Amazon S3. Tiene tres 
opciones:

• Utilizar el conjunto de datos completo.

• Elegir una muestra seleccionada al azar del conjunto de datos.

• Especificar un subconjunto del conjunto de datos mediante una consulta.

Las opciones siguientes están disponibles en la sección Trabajos de etiquetado de la consola de 
SageMaker después de seleccionar Crear trabajo de etiquetado. Para obtener información sobre 
cómo crear un trabajo de etiquetado en la consola, consulte Introducción. Para configurar el conjunto 
de datos que utiliza para el etiquetado, en la sección Job overview (Descripción general del trabajo), 
elija Additional configuration (Configuración adicional).
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Usar el conjunto de datos completo

Si elige Conjunto de datos completo, debe proporcionar un archivo de manifiesto para los objetos de 
datos. Puede proporcionar la ruta de acceso del bucket de Amazon S3 que contiene el archivo de 
manifiesto o puede utilizar la consola de SageMaker para crear el archivo. Para obtener información 
sobre cómo crear un archivo de manifiesto mediante la consola, consulte Configuración de datos 
automatizada.

Elegir una muestra aleatoria

Cuando desee etiquetar un subconjunto aleatorio de sus datos, seleccione Random sample (Muestra 
aleatoria). El conjunto de datos se almacena en el bucket de Amazon S3 especificado en el campo
Ubicación del conjunto de datos de entrada.

Una vez que haya especificado el porcentaje de objetos de datos que desee incluir en la muestra, 
seleccione Crear subconjunto. SageMaker elige los objetos de datos de forma aleatoria para su 
trabajo de etiquetado. Una vez que haya seleccionado los objetos, elija Use this subset (Usar este 
subconjunto).

SageMaker crea un archivo de manifiesto para los objetos de datos seleccionados. También modifica 
el valor en el campo Input dataset location (Ubicación del conjunto de datos de entrada) para apuntar 
al nuevo archivo de manifiesto.

Especificar un subconjunto

Puede especificar un subconjunto de objetos de datos mediante una consulta SELECT de Amazon 
S3 en los nombres de archivos de objeto.

La instrucción SELECT de la consulta SQL la define el usuario. Tiene que proporcionar la cláusula
WHERE para especificar qué objetos de datos se deben devolver.

Para obtener más información acerca de la instrucción SELECT de Amazon S3, consulte Selección 
de contenido de los objetos.

Seleccione Create subset (Crear subconjunto) para iniciar la selección y, a continuación, elija Use 
this subset (Utilizar este subconjunto) para utilizar los datos seleccionados.

SageMaker crea un archivo de manifiesto para los objetos de datos seleccionados. También 
actualiza el valor en el campo Input dataset location (Ubicación del conjunto de datos de entrada)
para que apunte al nuevo archivo de manifiesto.
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Datos de entrada de nube de puntos 3D

Para crear un trabajo de etiquetado en nubes de puntos 3D, debe crear un archivo de manifiesto 
de entrada. Utilice este tema para conocer los requisitos de formato del archivo de manifiesto de 
entrada para cada tipo de tarea. Para obtener información sobre los formatos de datos de entrada sin 
procesar que Ground Truth acepta para los trabajos de etiquetado en nubes de puntos 3D, consulte 
la sección Formatos de datos 3D sin procesar aceptados.

Utilice el tipo de tarea de trabajo de etiquetado para elegir un tema en Crear un archivo de manifiesto 
de entrada para un trabajo de etiquetado en nubes de puntos 3D y conocer los requisitos de formato 
para cada línea del archivo de manifiesto de entrada.

Temas

• Formatos de datos 3D sin procesar aceptados

• Crear un archivo de manifiesto de entrada para un trabajo de etiquetado en nubes de puntos 3D

• Sistemas de coordenadas y fusión de sensores

Formatos de datos 3D sin procesar aceptados

Ground Truth utiliza los datos de nube de puntos 3D para representar escenas 3D que los 
trabajadores anotan. En esta sección se describen los formatos de datos sin procesar que se 
aceptan para los datos de nube de puntos y los datos de fusión de sensores para un fotograma de 
nube de puntos. Si desea aprender a crear un archivo de manifiesto de entrada para conectar los 
archivos de datos de entrada sin procesar con Ground Truth, consulte Crear un archivo de manifiesto 
de entrada para un trabajo de etiquetado en nubes de puntos 3D.

Para cada fotograma, Ground Truth admite archivos de paquete binario compacto (.bin) y ASCII 
(.txt). Estos archivos contienen información sobre la ubicación (coordenadas x, y y z) de todos los 
puntos que componen ese fotograma y, opcionalmente, información sobre el color de píxel de cada 
punto de las nubes de puntos coloreadas. Al crear un archivo de manifiesto de entrada del trabajo 
de etiquetado en nubes de puntos 3D, puede especificar el formato de los datos sin procesar en el 
parámetro format.

En la siguiente tabla se enumeran los elementos que Ground Truth admite en los archivos de 
fotograma de nube de puntos para describir puntos individuales.
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Símbolo Valor

x La coordenada x del punto.

y La coordenada y del punto.

z La coordenada z del punto.

i La intensidad del punto.

r El componente de canal de color rojo. Un valor 
de 8 bits (0-255).

g El componente de canal de color verde. Un 
valor de 8 bits (0-255).

b El componente de canal de color azul. Un valor 
de 8 bits (0-255).

Ground Truth da por sentado lo siguiente acerca de los datos de entrada:

• Todas las coordenadas de posición (x, y, z) están en metros.

• Todos los encabezados de posición (qx, qy, qz, qw) se miden en cuaterniones espaciales.

Formato de paquete binario compacto

El formato de paquete binario compacto representa una nube de puntos como un conjunto ordenado 
de una secuencia de puntos. Cada punto de la secuencia es un paquete binario ordenado de valores 
flotantes de 4 bytes en alguna variante de la forma xyzirgb. Son necesarios los elementos x, y y z
y se puede incluir información adicional acerca del píxel en una variedad de formas mediante i, r, g
y b.

Para utilizar un archivo binario para introducir datos de fotograma de nube de puntos en un trabajo 
de etiquetado en nubes de puntos 3D de Ground Truth, introduzca binary/ en el parámetro
format para el archivo de manifiesto de entrada y sustituya  con el orden de los elementos de cada 
paquete binario. Por ejemplo, puede introducir una de las siguientes opciones para el parámetro
format.
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• binary/xyzi: al utilizar este formato, la secuencia de elementos de punto estaría en el siguiente 
orden: x1y1z1i1x2y2z2i2...

• binary/xyzrgb: al utilizar este formato, la secuencia de elementos de punto estaría en el 
siguiente orden: x1y1z1r1g1b1x2y2z2r2g2b2...

• binary/xyzirgb: al utilizar este formato, la secuencia de elementos de punto estaría en el 
siguiente orden: x1y1z1i1r1g1b1x2y2z2i2r2g2b2...

Cuando se utiliza un archivo binario para los datos del fotograma de nube de puntos, si no se 
especifica un valor para format, se utiliza binary/xyzi de forma predeterminada.

Formato ASCII

El formato ASCII utiliza un archivo de texto para representar una nube de puntos, donde cada línea 
del archivo de nube de puntos ASCII representa un único punto. Cada punto es una línea del archivo 
de texto y contiene valores separados por espacios en blanco, cada uno de los cuales es un valor 
ASCII flotante de 4 bytes. Son necesarios los elementos x, y y z para cada punto y se puede incluir 
información adicional acerca del punto en una variedad de maneras mediante i, r, g y b.

Para utilizar un archivo de texto para introducir datos de fotograma de nube de puntos en un trabajo 
de etiquetado en nubes de puntos 3D de Ground Truth, introduzca text/ en el parámetro format
para el archivo de manifiesto de entrada y sustituya  con el orden de los elementos de punto de cada 
línea.

Por ejemplo, si escribe text/xyzi para format, el archivo de texto para cada fotograma de nube 
de puntos debería tener un aspecto similar al siguiente:

x1 y1 z1 i1
x2 y2 z2 i2
...
...

Si introduce text/xyzrgb, el archivo de texto debería tener un aspecto similar al siguiente:

x1 y1 z1 r1 g1 b1
x2 y2 z2 r2 g2 b1
...
...
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Cuando se utiliza un archivo de texto para los datos del fotograma de nube de puntos, si no se 
especifica un valor para format, se utiliza text/xyzi de forma predeterminada.

Límites de resolución de nube de puntos

Ground Truth no tiene un límite de resolución para fotogramas de nube de puntos 3D. Sin embargo, 
se recomienda limitar cada fotograma de nube de puntos a 500 000 puntos para obtener un 
rendimiento óptimo. Cuando Ground Truth representa la visualización de la nube de puntos 3D, 
debe ser visible en los equipos de los trabajadores, que dependen del hardware informático del que 
dispongan. Es posible que los fotogramas de nube de puntos de más de 1 millón de puntos no se 
procesen en equipos estándar o que tarden demasiado tiempo en cargarse.

Crear un archivo de manifiesto de entrada para un trabajo de etiquetado en nubes de puntos 3D

Al crear un trabajo de etiquetado, debe proporcionar un archivo de manifiesto de entrada donde cada 
línea del manifiesto describe una unidad de tarea que deben completar los anotadores. El formato 
del archivo de manifiesto de entrada depende del tipo de tarea.

• Si va a crear un trabajo de detección de objetos en nubes de puntos 3D o un trabajo de etiquetado 
de segmentación semántica, cada línea del archivo de manifiesto de entrada contiene información 
sobre un único fotograma de nube de puntos 3D. Esto se denomina manifiesto de entrada de 
fotograma de nube de puntos. Para obtener más información, consulte Crear un archivo de 
manifiesto de entrada de fotograma de nube de puntos.

• Si va a crear un trabajo de etiquetado de seguimiento de objetos en nubes de puntos 3D, cada 
línea del archivo de manifiesto de entrada contiene una secuencia de fotogramas de nube de 
puntos 3D y datos asociados. Esto se denomina manifiesto de entrada de secuencia de nube de 
puntos. Para obtener más información, consulte Crear un manifiesto de entrada de secuencia de 
nube de puntos.

Crear un archivo de manifiesto de entrada de fotograma de nube de puntos

El manifiesto es un archivo con codificación UTF-8 donde cada línea es un objeto JSON completo 
y válido. Cada línea se delimita con un salto de línea estándar, \n o \r\n. Dado que cada línea 
tiene que ser un objeto JSON válido, no puede tener caracteres de salto de línea sin escape. En 
el archivo de manifiesto de entrada de fotograma único, cada línea del manifiesto contiene datos 
para un fotograma de nube de puntos único. Los datos del fotograma de nube de puntos se pueden 
almacenar en formato binario o ASCII (consulte Formatos de datos 3D sin procesar aceptados). Este 
es el formato de archivo de manifiesto necesario para la detección de objetos y la segmentación 
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semántica de nube de puntos 3D. Opcionalmente, también puede proporcionar datos de fusión de 
sensores de cámara para cada fotograma de nube de puntos.

Ground Truth es compatible con la fusión de sensores de cámara de vídeo y nube de puntos en 
el sistema de coordenadas mundial para todas las modalidades. Si puede obtener el sensor 3D 
extrínseco (como un LiDAR extrínseco), le recomendamos que transforme los fotogramas de nube 
de puntos 3D en el sistema de coordenadas mundial utilizando el extrínseco. Para obtener más 
información, consulte Fusión de sensores.

Sin embargo, si no puede obtener una nube de puntos en el sistema de coordenadas mundial, 
puede proporcionar coordenadas en el sistema de coordenadas original en el que se capturaron los 
datos. Si proporciona datos de la cámara para la fusión de sensores, se recomienda proporcionar la 
posición de la cámara y el sensor LiDAR en el sistema de coordenadas mundial.

Para crear un archivo de manifiesto de entrada de un solo fotograma, debe identificar la ubicación de 
cada fotograma de nube de puntos que desea que los trabajadores etiqueten con la clave source-
ref. Además, debe usar la clave source-ref-metadata para identificar el formato del conjunto de 
datos, una marca de tiempo para ese fotograma y, opcionalmente, los datos de fusión de sensores y 
las imágenes de la cámara de vídeo.

En el ejemplo siguiente se muestra la sintaxis utilizada para un archivo de manifiesto de entrada de 
un trabajo de etiquetado en nubes de puntos de fotograma único. El ejemplo incluye dos fotogramas 
de nube de puntos. Para obtener más información sobre cada parámetro, consulte la tabla que sigue 
a este ejemplo.

Important

Cada línea del archivo de manifiesto de entrada debe estar en formato de líneas JSON. En el 
siguiente bloque de código se muestra un archivo de manifiesto de entrada con dos objetos 
JSON. Cada objeto JSON se utiliza para apuntar a un fotograma de nube de puntos único 
y proporcionar detalles sobre él. Se han ampliado los objetos JSON para facilitar la lectura, 
pero debe minimizar cada objeto JSON para que quepa en una sola línea al crear un archivo 
de manifiesto de entrada. En este bloque de código se proporciona un ejemplo.

{ 
    "source-ref": "s3://awsexamplebucket/examplefolder/frame1.bin", 
    "source-ref-metadata":{ 
        "format": "binary/xyzi", 
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        "unix-timestamp": 1566861644.759115, 
        "ego-vehicle-pose":{ 
            "position": { 
                "x": -2.7161461413869947, 
                "y": 116.25822288149078, 
                "z": 1.8348751887989483
            }, 
            "heading": { 
                "qx": -0.02111296123795955, 
                "qy": -0.006495469416730261, 
                "qz": -0.008024565904865688, 
                "qw": 0.9997181192298087
            } 
        }, 
        "prefix": "s3://awsexamplebucket/lidar_singleframe_dataset/someprefix/", 
        "images": [ 
        { 
            "image-path": "images/frame300.bin_camera0.jpg", 
            "unix-timestamp": 1566861644.759115, 
            "fx": 847.7962624528487, 
            "fy": 850.0340893791985, 
            "cx": 576.2129134707038, 
            "cy": 317.2423573573745, 
            "k1": 0, 
            "k2": 0, 
            "k3": 0, 
            "k4": 0, 
            "p1": 0, 
            "p2": 0, 
            "skew": 0, 
            "position": { 
                "x": -2.2722515189268138, 
                "y": 116.86003310568965, 
                "z": 1.454614668542299
            }, 
            "heading": { 
                "qx": 0.7594754093069037, 
                "qy": 0.02181790885672969, 
                "qz": -0.02461725233103356, 
                "qw": -0.6496916273040025
            }, 
            "camera-model": "pinhole" 
        }] 
    }
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}
{ 
    "source-ref": "s3://awsexamplebucket/examplefolder/frame2.bin", 
    "source-ref-metadata":{ 
        "format": "binary/xyzi", 
        "unix-timestamp": 1566861632.759133, 
        "ego-vehicle-pose":{ 
            "position": { 
                "x": -2.7161461413869947, 
                "y": 116.25822288149078, 
                "z": 1.8348751887989483
            }, 
            "heading": { 
                "qx": -0.02111296123795955, 
                "qy": -0.006495469416730261, 
                "qz": -0.008024565904865688, 
                "qw": 0.9997181192298087
            } 
        }, 
        "prefix": "s3://awsexamplebucket/lidar_singleframe_dataset/someprefix/", 
        "images": [ 
        { 
            "image-path": "images/frame300.bin_camera0.jpg", 
            "unix-timestamp": 1566861644.759115, 
            "fx": 847.7962624528487, 
            "fy": 850.0340893791985, 
            "cx": 576.2129134707038, 
            "cy": 317.2423573573745, 
            "k1": 0, 
            "k2": 0, 
            "k3": 0, 
            "k4": 0, 
            "p1": 0, 
            "p2": 0, 
            "skew": 0, 
            "position": { 
                "x": -2.2722515189268138, 
                "y": 116.86003310568965, 
                "z": 1.454614668542299
            }, 
            "heading": { 
                "qx": 0.7594754093069037, 
                "qy": 0.02181790885672969, 
                "qz": -0.02461725233103356, 
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                "qw": -0.6496916273040025
            }, 
            "camera-model": "pinhole" 
        }] 
    }
}

Cuando crea un archivo de manifiesto de entrada debe contraer los objetos JSON para que quepan 
en una sola línea. Por ejemplo, el bloque de código anterior aparecería de la siguiente manera en un 
archivo de manifiesto de entrada:

{"source-ref":"s3://awsexamplebucket/examplefolder/frame1.bin","source-ref-metadata":
{"format":"binary/xyzi","unix-timestamp":1566861644.759115,"ego-vehicle-pose":
{"position":
{"x":-2.7161461413869947,"y":116.25822288149078,"z":1.8348751887989483},"heading":
{"qx":-0.02111296123795955,"qy":-0.006495469416730261,"qz":-0.008024565904865688,"qw":0.9997181192298087}},"prefix":"s3://
awsexamplebucket/lidar_singleframe_dataset/someprefix/","images":
[{"image-path":"images/frame300.bin_camera0.jpg","unix-
timestamp":1566861644.759115,"fx":847.7962624528487,"fy":850.0340893791985,"cx":576.2129134707038,"cy":317.2423573573745,"k1":0,"k2":0,"k3":0,"k4":0,"p1":0,"p2":0,"skew":0,"position":
{"x":-2.2722515189268138,"y":116.86003310568965,"z":1.454614668542299},"heading":
{"qx":0.7594754093069037,"qy":0.02181790885672969,"qz":-0.02461725233103356,"qw":-0.6496916273040025},"camera-
model":"pinhole"}]}}
{"source-ref":"s3://awsexamplebucket/examplefolder/frame2.bin","source-ref-metadata":
{"format":"binary/xyzi","unix-timestamp":1566861632.759133,"ego-vehicle-pose":
{"position":
{"x":-2.7161461413869947,"y":116.25822288149078,"z":1.8348751887989483},"heading":
{"qx":-0.02111296123795955,"qy":-0.006495469416730261,"qz":-0.008024565904865688,"qw":0.9997181192298087}},"prefix":"s3://
awsexamplebucket/lidar_singleframe_dataset/someprefix/","images":
[{"image-path":"images/frame300.bin_camera0.jpg","unix-
timestamp":1566861644.759115,"fx":847.7962624528487,"fy":850.0340893791985,"cx":576.2129134707038,"cy":317.2423573573745,"k1":0,"k2":0,"k3":0,"k4":0,"p1":0,"p2":0,"skew":0,"position":
{"x":-2.2722515189268138,"y":116.86003310568965,"z":1.454614668542299},"heading":
{"qx":0.7594754093069037,"qy":0.02181790885672969,"qz":-0.02461725233103356,"qw":-0.6496916273040025},"camera-
model":"pinhole"}]}}

La siguiente tabla muestra los parámetros que puede incluir en el archivo de manifiesto de entrada:

Parámetro Obligatorio Valores aceptados Descripción

source-ref Sí Cadena

Formato de valor de 
cadena aceptado:

La ubicación de 
Amazon S3 de un 
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Parámetro Obligatorio Valores aceptados Descripción

s3://<bucket-n 
ame> /<folder-n 
ame> /point-clo 
ud-frame-file

fotograma de nube de 
puntos único.

source-ref-
metadata

Sí Objeto JSON

Parámetros 
aceptados:

format, unix-
timestamp , ego-
vehicle-pose ,
position, prefix,
images

Utilice este parámetro 
para incluir informaci 
ón adicional sobre la 
nube de puntos en
source-ref  y para 
proporcionar datos 
de la cámara para la 
fusión de sensores.
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Parámetro Obligatorio Valores aceptados Descripción

format No Cadena

Valores de 
cadena aceptados
: "binary/x 
yz" , "binary/x 
yzi" , "binary/x 
yzrgb" , "binary/
xyzirgb" , "text/
xyz" , "text/xyz 
i" , "text/xyz 
rgb" , "text/xyz 
irgb"

Valores predeterm 
inados:

Cuando el archivo 
identificado en
source-ref  tiene 
una extensión .bin,
binary/xyzi

Cuando el archivo 
identificado en
source-ref  tiene 
una extensión .txt,
text/xyzi

Utilice este parámetro 
para especificar el 
formato de los datos 
de nube de puntos. 
Para obtener más 
información, consulte
Formatos de datos 
3D sin procesar 
aceptados.
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Parámetro Obligatorio Valores aceptados Descripción

unix-timestamp Sí Número

Una marca de tiempo 
Unix.

La marca de tiempo 
Unix es el número de 
segundos desde el 
1 de enero de 1970 
hasta la hora UTC en 
que los datos fueron 
recopilados por un 
sensor.

ego-vehicle-
pose

No Objeto JSON La posición del 
dispositivo utilizado 
para recopilar los 
datos de nube de 
puntos. Para obtener 
más información 
sobre este parámetro 
, consulte Incluir 
información de 
posición del vehículo 
en el manifiesto de 
entrada.

prefix No Cadena

Formato de valor de 
cadena aceptado:

s3://<bucket-n 
ame> /<folder-n 
ame>/

La ubicación en 
Amazon S3 donde 
se almacenan los 
metadatos, como 
las imágenes de la 
cámara, para este 
fotograma.

El prefijo debe 
terminar con una 
barra diagonal: /.
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Parámetro Obligatorio Valores aceptados Descripción

images No Lista Una lista de 
parámetros que 
describen las 
imágenes de la 
cámara en color 
utilizadas para la 
fusión de sensores. 
Puede incluir hasta 
8 imágenes en esta 
lista. Para obtener 
más información 
sobre los parámetros 
necesarios para cada 
imagen, consulte
Incluir los datos 
de la cámara en el 
manifiesto de entrada.

Incluir información de posición del vehículo en el manifiesto de entrada

Utilice la ubicación del ego-vehículo para proporcionar información sobre la ubicación del vehículo 
utilizado para capturar datos de nube de puntos. Ground Truth utiliza esta información para calcular 
la matriz extrínseca LiDAR.

Ground Truth utiliza matrices extrínsecas para proyectar etiquetas hacia y desde la escena 3D y las 
imágenes 2D. Para obtener más información, consulte Fusión de sensores.

En la siguiente tabla se proporciona más información sobre los parámetros position y orientación 
(heading) necesarios cuando proporciona información del ego-vehículo.

Parámetro Obligatorio Valores aceptados Descripción

position Sí Objeto JSON

Parámetros requerido 
s:

El vector de traslación 
del ego-vehículo en el 
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Parámetro Obligatorio Valores aceptados Descripción

x, y y z. Introduzca 
números para estos 
parámetros.

sistema de coordenad 
as mundial.

heading Sí Objeto JSON.

Parámetros requerido 
s:

qx, qy, qz y qw. 
Introduzca números 
para estos parámetro 
s.

La orientación 
del fotograma de 
referencia del dispositi 
vo o sensor montado 
en el vehículo que 
detecta el entorno, 
medido en cuaternio 
nes, (qx, qy, qz,
qw) en el sistema de 
coordenadas.

Incluir los datos de la cámara en el manifiesto de entrada

Si desea incluir los datos de la cámara de vídeo con un fotograma, utilice los siguientes parámetros 
para proporcionar información sobre cada imagen. La columna Obligatorio a continuación se aplica 
cuando el parámetro images se incluye en el archivo de manifiesto de entrada en source-ref-
metadata. No es necesario incluir imágenes en el archivo de manifiesto de entrada.

Si incluye imágenes de la cámara, debe incluir información sobre la position y heading de la 
cámara utilizada para capturar imágenes en el sistema de coordenadas mundial.

Si las imágenes están distorsionadas, Ground Truth puede eliminar la distorsión automáticamente 
utilizando la información que proporcione sobre la imagen en el archivo de manifiesto de entrada, 
incluidos los coeficientes de distorsión (k1, k2, k3, k4, p1, p1), el modelo de cámara y la matriz 
intrínseca de la cámara. La matriz intrínseca se compone de la distancia focal (fx, fy) y el punto 
principal (cx, cy)). Consulte Matriz intrínseca  para saber cómo utiliza Ground Truth la calibración 
intrínseca de la cámara. Si no se incluyen los coeficientes de distorsión, Ground Truth no eliminará la 
distorsión de una imagen.
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Parámetro Obligatorio Valores aceptados Descripción

image-path Sí Cadena

Ejemplo de formato:

<folder-n 
ame> /<imagefil 
e.png>

La ubicación relativa 
en Amazon del 
archivo de imagen. 
Esta ruta relativa 
se añadirá a la ruta 
especificada en
prefix.

unix-timestamp Sí Número La marca de tiempo 
Unix es el número de 
segundos desde el 
1 de enero de 1970 
hasta la hora UTC en 
que los datos fueron 
recopilados por una 
cámara.

camera-model No Cadena:

Valores aceptados:

"pinhole" ,
"fisheye"

Valor predeterminado:

"pinhole"

Modelo de la cámara 
utilizado para capturar 
la imagen. Esta 
información se utiliza 
para eliminar la 
distorsión de las 
imágenes de la 
cámara.

fx, fy Sí Números La distancia focal 
de la cámara, en las 
direcciones x (fx) e y 
(fy).

cx, cy Sí Números Las coordenadas 
x (cx) e y (cy) del 
punto principal.
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Parámetro Obligatorio Valores aceptados Descripción

k1, k2, k3, k4 No Número Coeficientes de 
distorsión radial. 
Compatibles con 
modelos de cámaras 
de ojo de pez y
estenopeicas.

p1, p2 No Número Coeficientes de 
distorsión tangencia 
l. Compatibles con 
modelos de cámaras
estenopeicas.

skew No Número Un parámetro para 
medir el sesgo de una 
imagen.

position Sí Objeto JSON

Parámetros requerido 
s:

x, y y z. Introduzca 
números para estos 
parámetros.

La ubicación u origen 
del fotograma de 
referencia de la 
cámara montada en el 
vehículo que captura 
imágenes.
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Parámetro Obligatorio Valores aceptados Descripción

heading Sí Objeto JSON.

Parámetros requerido 
s:

qx, qy, qz y qw. 
Introduzca números 
para estos parámetro 
s.

La orientación 
del fotograma de 
referencia de la 
cámara montada 
en el vehículo que 
captura imágenes, 
medida mediante
cuaterniones, (qx, qy,
qw)qz, en el sistema 
de coordenadas 
mundiales.

Límites de fotogramas de nube de puntos

Puede incluir hasta 100 000 fotogramas de nube de puntos en el archivo de manifiesto de entrada. 
El trabajo de etiquetado en nubes de puntos 3D tiene tiempos de preprocesamiento más largos 
que otros tipos de tareas de Ground Truth. Para obtener más información, consulte Tiempo de 
preprocesamiento del trabajo.

Crear un manifiesto de entrada de secuencia de nube de puntos

El manifiesto es un archivo con codificación UTF-8 donde cada línea es un objeto JSON completo 
y válido. Cada línea se delimita con un salto de línea estándar, \n o \r\n. Dado que cada línea tiene 
que ser un objeto JSON válido, no puede tener caracteres de salto de línea sin escape. En el archivo 
de manifiesto de entrada de secuencia de nube de puntos, cada línea del manifiesto contiene una 
secuencia de fotogramas de nube de puntos. Los datos de nube de puntos de cada fotograma 
de la secuencia se pueden almacenar en formato binario o ASCII. Para obtener más información, 
consulte Formatos de datos 3D sin procesar aceptados. Este es el formato del archivo de manifiesto 
necesario para el seguimiento de objetos en nubes de puntos 3D. Opcionalmente, también puede 
proporcionar datos de fusión de sensores de cámara y atributos para cada fotograma de nube de 
puntos. Al crear un archivo de manifiesto de entrada de secuencia, debe proporcionar datos de 
fusión de sensores de cámara de vídeo y LiDAR en un sistema de coordenadas mundial.

En el ejemplo siguiente se muestra la sintaxis utilizada para un archivo de manifiesto de entrada 
cuando cada línea del manifiesto es un archivo de secuencia. Cada línea del archivo de manifiesto 
de entrada debe estar en formato de líneas JSON.
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{"source-ref": "s3://awsexamplebucket/example-folder/seq1.json"}
{"source-ref": "s3://awsexamplebucket/example-folder/seq2.json"}

Los datos de cada secuencia de fotogramas de nube de puntos deben almacenarse en un objeto 
de datos JSON. A continuación se muestra un ejemplo del formato utilizado para un archivo de 
secuencia. La información sobre cada fotograma se incluye como un objeto JSON y se muestra en 
la lista frames. Este es un ejemplo de un archivo de secuencia con dos archivos de fotograma de 
nube de puntos, frame300.bin y frame303.bin. Los ... se utilizan para indicar dónde debe 
incluir la información para fotogramas adicionales. Añada un objeto JSON para cada fotograma de la 
secuencia.

El siguiente bloque de código incluye un objeto JSON para un único archivo de secuencia. El objeto 
JSON se ha ampliado para facilitar su lectura.

{ 
  "seq-no": 1, 
  "prefix": "s3://awsexamplebucket/example_lidar_sequence_dataset/seq1/", 
  "number-of-frames": 100, 
  "frames":[ 
    { 
        "frame-no": 300,  
        "unix-timestamp": 1566861644.759115,  
        "frame": "example_lidar_frames/frame300.bin",  
        "format": "binary/xyzi",  
        "ego-vehicle-pose":{ 
            "position": { 
                "x": -2.7161461413869947, 
                "y": 116.25822288149078, 
                "z": 1.8348751887989483
            }, 
            "heading": { 
                "qx": -0.02111296123795955, 
                "qy": -0.006495469416730261, 
                "qz": -0.008024565904865688, 
                "qw": 0.9997181192298087
            } 
        },  
        "images": [ 
        { 
            "image-path": "example_images/frame300.bin_camera0.jpg", 
            "unix-timestamp": 1566861644.759115, 
            "fx": 847.7962624528487, 
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            "fy": 850.0340893791985, 
            "cx": 576.2129134707038, 
            "cy": 317.2423573573745, 
            "k1": 0, 
            "k2": 0, 
            "k3": 0, 
            "k4": 0, 
            "p1": 0, 
            "p2": 0, 
            "skew": 0, 
            "position": { 
                "x": -2.2722515189268138, 
                "y": 116.86003310568965, 
                "z": 1.454614668542299
            }, 
            "heading": { 
                "qx": 0.7594754093069037, 
                "qy": 0.02181790885672969, 
                "qz": -0.02461725233103356, 
                "qw": -0.6496916273040025
            }, 
            "camera-model": "pinhole" 
        }] 
    }, 
    { 
        "frame-no": 303,  
        "unix-timestamp": 1566861644.759115,  
        "frame": "example_lidar_frames/frame303.bin",  
        "format": "text/xyzi",  
        "ego-vehicle-pose":{...},  
        "images":[{...}] 
    }, 
      ...
  ]
}

La tabla siguiente proporciona detalles sobre los parámetros de nivel superior de un archivo de 
secuencia. Para obtener información detallada sobre los parámetros necesarios para fotogramas 
individuales en el archivo de secuencia, consulte Parámetros para fotogramas de nube de puntos 
individuales.
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Parámetro Obligatorio Valores aceptados Descripción

seq-no Sí Entero El número de orden 
de la secuencia.

prefix Sí Cadena

Valores aceptados:

s3://<bucket-n 
ame> /<prefix>/

La ubicación de 
Amazon S3 en la que 
se encuentran los 
archivos de secuencia 
.

El prefijo debe 
terminar con una 
barra diagonal: /.

number-of-
frames

Sí Entero El número total de 
fotogramas incluidos 
en el archivo de 
secuencia. Este 
número debe coincidir 
con el número total 
de fotogramas 
enumerados en el 
parámetro frames de 
la siguiente fila.

frames Sí Lista de objetos 
JSON.

Una lista de datos de 
fotograma. La longitud 
de la lista debe ser 
igual al number-
of-frames . En la 
interfaz de usuario 
del trabajador, los 
fotogramas de una 
secuencia seguirán el 
mismo orden que los 
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Parámetro Obligatorio Valores aceptados Descripción

fotogramas en esta 
matriz.

Para obtener 
información detallada 
sobre el formato de 
cada fotograma, 
consulte Parámetro 
s para fotogramas 
de nube de puntos 
individuales.

Parámetros para fotogramas de nube de puntos individuales

La siguiente tabla muestra los parámetros que puede incluir en el archivo de manifiesto de entrada.

Parámetro Obligatorio Valores aceptados Descripción

frame-no No Entero Un número de 
fotograma. Se trata 
de un identificador 
opcional especific 
ado por el cliente 
para identificar el 
fotograma dentro 
de una secuencia. 
Ground Truth no lo 
utiliza.

unix-timestamp Sí Número La marca de tiempo 
Unix es el número de 
segundos desde el 
1 de enero de 1970 
hasta la hora UTC en 
que los datos fueron 
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Parámetro Obligatorio Valores aceptados Descripción

recopilados por un 
sensor.

La marca de tiempo 
de cada fotograma 
debe ser diferente y 
las marcas de tiempo 
deben ser secuencia 
les porque se utilizan 
para interpolación 
cuboide. Lo ideal 
sería que fuera la 
marca de tiempo 
real del momento 
en que se recopilar 
on los datos. Si 
esto no es posible, 
debe utilizar una 
secuencia increment 
al de marcas de 
tiempo, en la que el 
primer fotograma del 
archivo de secuencia 
corresponda a la 
primera marca 
de tiempo de la 
secuencia.

frame Sí Cadena

Ejemplo de formato

<folder-n 
ame> /<sequence 
-file.json>

La ubicación relativa, 
en Amazon S3 del 
archivo de secuencia 
. Esta ruta relativa 
se añadirá a la ruta 
especificada en
prefix.
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Parámetro Obligatorio Valores aceptados Descripción

format No Cadena

Valores de 
cadena aceptados
: "binary/x 
yz" , "binary/x 
yzi" , "binary/x 
yzrgb" , "binary/
xyzirgb" , "text/
xyz" , "text/xyz 
i" , "text/xyz 
rgb" , "text/xyz 
irgb"

Valores predeterm 
inados:

Cuando el archivo 
identificado en
source-ref  tiene 
una extensión .bin,
binary/xyzi

Cuando el archivo 
identificado en
source-ref  tiene 
una extensión .txt,
text/xyzi

Utilice este parámetro 
para especificar el 
formato de los datos 
de nube de puntos. 
Para obtener más 
información, consulte
Formatos de datos 
3D sin procesar 
aceptados.
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Parámetro Obligatorio Valores aceptados Descripción

ego-vehicle-
pose

No Objeto JSON La posición del 
dispositivo utilizado 
para recopilar los 
datos de nube de 
puntos. Para obtener 
más información 
sobre este parámetro 
, consulte Incluir 
información de 
posición del vehículo 
en el manifiesto de 
entrada.

prefix No Cadena

Formato de valor de 
cadena aceptado:

s3://<bucket-n 
ame> /<folder-n 
ame>/

La ubicación en 
Amazon S3 donde 
se almacenan los 
metadatos, como 
las imágenes de la 
cámara, para este 
fotograma.

El prefijo debe 
terminar con una 
barra diagonal: /.
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Parámetro Obligatorio Valores aceptados Descripción

images No Lista Una lista de 
parámetros que 
describen las 
imágenes de la 
cámara en color 
utilizadas para la 
fusión de sensores. 
Puede incluir hasta 
8 imágenes en esta 
lista. Para obtener 
más información 
sobre los parámetros 
necesarios para cada 
imagen, consulte
Incluir los datos 
de la cámara en el 
manifiesto de entrada.

Incluir información de posición del vehículo en el manifiesto de entrada

Utilice la ubicación del ego-vehículo para proporcionar información sobre la posición del vehículo 
utilizado para capturar datos de nube de puntos. Ground Truth utiliza esta información para calcular 
la matriz extrínseca LiDAR.

Ground Truth utiliza matrices extrínsecas para proyectar etiquetas hacia y desde la escena 3D y las 
imágenes 2D. Para obtener más información, consulte Fusión de sensores.

En la siguiente tabla se proporciona más información sobre los parámetros position y orientación 
(heading) necesarios cuando proporciona información del ego-vehículo.

Parámetro Obligatorio Valores aceptados Descripción

position Sí Objeto JSON

Parámetros requerido 
s:

El vector de traslación 
del ego-vehículo en el 
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Parámetro Obligatorio Valores aceptados Descripción

x, y y z. Introduzca 
números para estos 
parámetros.

sistema de coordenad 
as mundial.

heading Sí Objeto JSON.

Parámetros requerido 
s:

qx, qy, qz y qw. 
Introduzca números 
para estos parámetro 
s.

La orientación 
del fotograma de 
referencia del dispositi 
vo o sensor montado 
en el vehículo que 
detecta el entorno, 
medido en cuaternio 
nes, (qx, qy, qz,
qw) en el sistema de 
coordenadas.

Incluir los datos de la cámara en el manifiesto de entrada

Si desea incluir los datos de la cámara en color con un fotograma, utilice los siguientes parámetros 
para proporcionar información sobre cada imagen. La columna Obligatorio de la siguiente tabla 
se aplica cuando el parámetro images se incluye en el archivo de manifiesto de entrada. No es 
necesario incluir imágenes en el archivo de manifiesto de entrada.

Si incluye imágenes de la cámara, debe incluir información sobre la position y orientación 
(heading) de la cámara utilizada para capturar las imágenes.

Si las imágenes están distorsionadas, Ground Truth puede eliminar la distorsión automáticamente 
utilizando la información que proporcione sobre la imagen en el archivo de manifiesto de entrada, 
incluidos los coeficientes de distorsión (k1, k2, k3, k4, p1, p1), el modelo de cámara y la distancia 
focal (fx,fy) y el punto principal (cx, cy)). Para obtener más información sobre estos coeficientes e 
imágenes sin distorsión, consulte Camera calibration With OpenCV. Si no se incluyen los coeficientes 
de distorsión, Ground Truth no eliminará la distorsión de una imagen.

Parámetro Obligatorio Valores aceptados Descripción

image-path Sí Cadena La ubicación relativa 
en Amazon del 
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Parámetro Obligatorio Valores aceptados Descripción

Ejemplo de formato:

<folder-n 
ame> /<imagefil 
e.png>

archivo de imagen. 
Esta ruta relativa 
se añadirá a la ruta 
especificada en
prefix.

unix-timestamp Sí Número La marca de tiempo 
de la imagen.

camera-model No Cadena:

Valores aceptados:

"pinhole" ,
"fisheye"

Valor predeterminado:

"pinhole"

Modelo de la cámara 
utilizado para capturar 
la imagen. Esta 
información se utiliza 
para eliminar la 
distorsión de las 
imágenes de la 
cámara.

fx, fy Sí Números La distancia focal 
de la cámara, en las 
direcciones x (fx) e y 
(fy).

cx, cy Sí Números Las coordenadas 
x (cx) e y (cy) del 
punto principal.

k1, k2, k3, k4 No Número Coeficientes de 
distorsión radial. 
Compatibles con 
modelos de cámaras 
de ojo de pez y
estenopeicas.
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Parámetro Obligatorio Valores aceptados Descripción

p1, p2 No Número Coeficientes de 
distorsión tangencia 
l. Compatibles con 
modelos de cámaras
estenopeicas.

skew No Número Un parámetro para 
medir cualquier 
sesgo conocido de la 
imagen.

position Sí Objeto JSON

Parámetros requerido 
s:

x, y y z. Introduzca 
números para estos 
parámetros.

La ubicación u origen 
del fotograma de 
referencia de la 
cámara montada en el 
vehículo que captura 
imágenes.

heading Sí Objeto JSON.

Parámetros requerido 
s:

qx, qy, qz y qw. 
Introduzca números 
para estos parámetro 
s.

La orientación 
del fotograma de 
referencia de la 
cámara montada en el 
vehículo que captura 
imágenes, medida 
mediante cuaternio 
nes, (qx, qy, qz, qw).

Límites de fotogramas de nube de puntos y archivo de secuencia

Puede incluir hasta 100 000 secuencias de fotogramas de nube de puntos en el archivo de 
manifiesto de entrada. Puede incluir hasta 500 fotogramas de nube de puntos en cada archivo de 
secuencia.
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Tenga en cuenta que el trabajo de etiquetado en nubes de puntos 3D tiene tiempos de 
preprocesamiento más largos que otros tipos de tareas de Ground Truth. Para obtener más 
información, consulte Tiempo de preprocesamiento del trabajo.

Sistemas de coordenadas y fusión de sensores

Los datos de nube de puntos siempre se ubican en un sistema de coordenadas. Este sistema de 
coordenadas puede ser local para el vehículo o el dispositivo que detecta el entorno, o puede ser un 
sistema de coordenadas universal. Cuando se utilizan trabajos de etiquetado de nube de puntos 3D 
de Ground Truth, todas las anotaciones se generan mediante el sistema de coordenadas de datos 
de entrada. Para algunos tipos de tareas y entidades de tareas de etiquetado, se debe proporcionar 
datos en un sistema de coordenadas universal.

En este tema, aprenderá lo siguiente:

• Cuando deba proporcionar datos de entrada en un sistema de coordenadas mundial o un 
fotograma de referencia global.

• Qué es una coordenada universal y cómo se pueden convertir datos de nube de puntos en un 
sistema de coordenadas universal.

• Cómo puede utilizar sus matrices extrínsecas de sensores y cámaras para proporcionar datos de 
postura cuando se utiliza la fusión de sensores.

Requisitos del sistema de coordenadas para trabajos de etiquetado

Si los datos de nube de puntos se recopilaron en un sistema de coordenadas local, puede utilizar 
una matriz extrínseca del sensor utilizado para recopilar los datos y convertirlos en un sistema de 
coordenadas universal o en un fotograma de referencia global. Si no puede obtener una extrínseca 
para los datos de nube de puntos y, como resultado, no puede obtener nubes de puntos en un 
sistema de coordenadas universal, puede proporcionar datos de nube de puntos en un sistema 
de coordenadas local para la detección de objetos de nube de puntos 3D y los tipos de tareas de 
segmentación semántica.

Para el rastreo de objetos, debe proporcionar datos de nube de puntos en un sistema de 
coordenadas universal. Esto se debe a que cuando rastrea objetos a través de múltiples fotogramas, 
el propio vehículo ego se está moviendo en el mundo y por lo tanto todos los fotogramas necesitan 
un punto de referencia.

Si incluye datos de cámara para la fusión de sensores, se recomienda proporcionar posturas de 
cámara en el mismo sistema de coordenadas universal que el sensor 3D (como un sensor LiDAR).
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Uso de datos de nube de puntos en un sistema de coordenadas universal

En esta sección se explica lo que es un sistema de coordenadas universal (SCU), también conocido 
como fotograma de referencia global, y se explica cómo se pueden proporcionar datos de nube de 
puntos en un sistema de coordenadas universal.

¿Qué es un sistema de coordenadas universal?

Un SCU o fotograma de referencia global es un sistema de coordenadas universal fijo en el que se 
colocan los sistemas de coordenadas del vehículo y del sensor. Por ejemplo, si se encuentran varios 
fotogramas de nube de puntos en diferentes sistemas de coordenadas porque se recopilaron a partir 
de dos sensores, se puede utilizar un SCU para convertir todas las coordenadas de estos fotogramas 
de nube de puntos en un único sistema de coordenadas, donde todos los fotogramas tienen el 
mismo origen (0,0,0). Esta transformación se realiza trasladando el origen de cada fotograma al 
origen del SCU utilizando un vector de traslación y girando los tres ejes (normalmente x, y y z) a la 
orientación correcta utilizando una matriz de rotación. Esta transformación rígida del cuerpo se llama
transformación homogénea.

Un sistema de coordenadas mundial es importante en la planificación de rutas globales, la 
localización, la cartografía y las simulaciones de escenarios de conducción. Ground Truth utiliza el 
sistema de coordenadas mundiales cartesianas para diestros, como el definido en la norma ISO 
8855, donde el eje x está orientado hacia delante, hacia el movimiento del coche, el eje y está a la 
izquierda y el eje z apunta hacia arriba desde el suelo.

El fotograma de referencia global depende de los datos. Algunos conjuntos de datos utilizan la 
posición LiDAR del primer fotograma como origen. En este escenario, todos los fotogramas utilizan 
el primer fotograma como referencia y el rumbo y la posición del dispositivo estarán cerca del 
origen en el primer fotograma. Por ejemplo, los conjuntos de datos KITTI tienen el primer fotograma 
como referencia para las coordenadas universales. Otros conjuntos de datos usan una posición del 
dispositivo que es diferente del origen.

Tenga en cuenta que este no es el sistema de coordenadas GPS/IMU, que normalmente gira 90 
grados a lo largo del eje z. Si los datos de nube de puntos están en un sistema de coordenadas 
GPS/IMU (como OXT en el conjunto de datos AV KITTI de código abierto), entonces necesita 
transformar el origen a un sistema de coordenadas universal (normalmente el sistema de 
coordenadas de referencia del vehículo). Para aplicar esta transformación, multiplique los datos con 
métricas de transformación (la matriz de rotación y el vector de traslación). Esto transformará los 
datos de su sistema de coordenadas original en un sistema de coordenadas de referencia global. 
Más información sobre esta transformación en la siguiente sección.
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Convertir datos de nube de puntos 3D en un SCU

Ground Truth supone que los datos de nube de puntos ya se han transformado en un sistema de 
coordenadas de referencia de su elección. Por ejemplo, puede elegir el sistema de coordenadas de 
referencia del sensor (como LiDAR) como sistema de coordenadas de referencia global. También 
puede tomar nubes de puntos de varios sensores y transformarlas desde la vista del sensor a la vista 
del sistema de coordenadas de referencia del vehículo. Utilice la matriz extrínseca de un sensor, 
formada por una matriz de rotación y un vector de traslación, para convertir los datos de nube de 
puntos en un SCU o fotograma de referencia global.

En conjunto, el vector de traslación y la matriz de rotación se pueden utilizar para crear una matriz 
extrínseca, que se puede utilizar para convertir datos desde un sistema de coordenadas local 
a un SCU. Por ejemplo, su matriz extrínseca LiDAR puede estar compuesta como se indica a 
continuación, donde R es la matriz de rotación y T es el vector de traslación:

LiDAR_extrinsic = [R T;0 0 0 1]

Por ejemplo, el conjunto de datos KITTI de conducción autónoma incluye una matriz de rotación 
y un vector de traslación para la matriz de transformación extrínseca LiDAR para cada fotograma. 
El módulo python pykitti se puede utilizar para cargar los datos KITTI, y en el conjunto de datos
dataset.oxts[i].T_w_imu proporciona la transformación extrínseca LiDAR para el fotograma i
que se puede multiplicar con puntos en ese fotograma para convertirlos en un fotograma universal 
- np.matmul(lidar_transform_matrix, points). Multiplicar un punto en el fotograma de 
LiDAR con una matriz extrínseca LiDAR lo transforma en coordenadas universales. Al multiplicar 
un punto en el fotograma universal con la matriz extrínseca de la cámara, se proporciona las 
coordenadas de punto en el fotograma de referencia de la cámara.

En el ejemplo de código siguiente se muestra cómo se pueden convertir fotogramas de nube de 
puntos del conjunto de datos KITTI en un SCU.

import pykitti
import numpy as np

basedir = '/Users/nameofuser/kitti-data'
date = '2011_09_26'
drive = '0079'

# The 'frames' argument is optional - default: None, which loads the whole dataset.
# Calibration, timestamps, and IMU data are read automatically.  
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# Camera and velodyne data are available via properties that create generators
# when accessed, or through getter methods that provide random access.
data = pykitti.raw(basedir, date, drive, frames=range(0, 50, 5))

# i is frame number
i = 0

# lidar extrinsic for the ith frame
lidar_extrinsic_matrix = data.oxts[i].T_w_imu

# velodyne raw point cloud in lidar scanners own coordinate system
points = data.get_velo(i)

# transform points from lidar to global frame using lidar_extrinsic_matrix
def generate_transformed_pcd_from_point_cloud(points, lidar_extrinsic_matrix): 
    tps = [] 
    for point in points: 
        transformed_points = np.matmul(lidar_extrinsic_matrix, np.array([point[0], 
 point[1], point[2], 1], dtype=np.float32).reshape(4,1)).tolist() 
        if len(point) > 3 and point[3] is not None: 
            tps.append([transformed_points[0][0], transformed_points[1][0], 
 transformed_points[2][0], point[3]]) 
        
    return tps 
     
# customer transforms points from lidar to global frame using lidar_extrinsic_matrix
transformed_pcl = generate_transformed_pcd_from_point_cloud(points, 
 lidar_extrinsic_matrix)     

Fusión de sensores

Ground Truth admite la fusión de sensores de datos de nube de puntos con hasta 8 entradas de 
cámara de vídeo. Esta característica permite a los etiquetadores humanos ver el fotograma de 
nube de puntos 3D en paralelo con el fotograma de vídeo sincronizado. Además de proporcionar 
más contexto visual para el etiquetado, la fusión de sensores permite a los trabajadores ajustar 
anotaciones en la escena 3D y en imágenes 2D y el ajuste se proyecta en la otra vista. El siguiente 
vídeo muestra un trabajo de etiquetado de nube de puntos 3D con LiDAR y fusión de sensores de 
cámara.
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Para obtener los mejores resultados, al utilizar la fusión de sensores, la nube de puntos debe estar 
en un WCS. Ground Truth utiliza la información de su sensor (como LiDAR), la cámara y la postura 
del vehículo ego para calcular matrices extrínsecas e intrínsecas para la fusión de sensores.

Matriz extrínseca

Ground Truth utiliza matrices extrínsecas de los sensores (como LiDAR) e intrínsecas y extrínsecas 
de las cámaras para proyectar objetos hacia y desde el fotograma de referencia de los datos de nube 
de puntos al fotograma de referencia de la cámara.

Por ejemplo, para proyectar una etiqueta desde la nube de puntos 3D al plano de imagen de la 
cámara, Ground Truth transforma puntos 3D desde el sistema de coordenadas propio de LiDAR 
al sistema de coordenadas de la cámara. Por lo general, esto se hace transformando primero los 
puntos 3D del sistema de coordenadas propio del LiDAR en un sistema de coordenadas mundial (o 
un fotograma de referencia global) utilizando la matriz extrínseca de LiDAR. Luego, Ground Truth 
utiliza la cámara extrínseca inversa (que convierte los puntos de un fotograma de referencia global al 
fotograma de referencia de la cámara) para transformar los puntos 3D del sistema de coordenadas 
mundial obtenido en el paso anterior en el plano de imagen de la cámara. La matriz extrínseca 
LiDAR también se puede utilizar para transformar datos 3D en un sistema de coordenadas 
universal. Si sus datos 3D ya se han transformado en sistema de coordenadas universal, la primera 
transformación no tiene ningún impacto en la traslación de etiquetas, y la traslación de etiquetas 
solo depende de la extrínseca inversa de la cámara. Una matriz de vista se utiliza para visualizar 
etiquetas proyectadas. Para obtener más información sobre estas transformaciones y la matriz de 
vistas, consulte Transformaciones de fusión de sensores de Ground Truth.
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Ground Truth calcula estas matrices extrínsecas utilizando LiDAR y los datos de posturas de la 
cámara que proporcione: heading (en cuaterniones: qx, qy, qz y qw) y position (x, y, z). Para 
el vehículo, normalmente el rumbo y la posición se describen en el fotograma del vehículo en un 
sistema de coordenadas universal y se llaman postura de vehículo ego. Para cada extrínseca de 
cámara, puede agregar información de postura para dicha cámara. Para obtener más información, 
consulte Postura.

Matriz intrínseca

Ground Truth utiliza las matrices extrínsecas e intrínsecas de la cámara para calcular las métricas de 
visualización y transformar las etiquetas que van y salen de la escena 3D en imágenes de la cámara. 
Ground Truth calcula la matriz intrínseca de la cámara utilizando la distancia focal de la cámara 
(fx,fy) y las coordenadas del centro óptico (cx,cy) que proporcione. Para obtener más información, 
consulte  Intrínseca y distorsión.

Distorsión de la imagen

La distorsión de la imagen puede ocurrir por diversas razones. Por ejemplo, las imágenes podrían 
distorsionarse debido a los efectos de barril o de ojo de pez. Ground Truth utiliza parámetros 
intrínsecos junto con un coeficiente de distorsión para anular la distorsión de las imágenes que 
proporciona al crear trabajos de etiquetado de nubes de puntos 3D. Si una imagen de cámara ya no 
está distorsionada, todos los coeficientes de distorsión deben establecerse en 0.

Para obtener más información acerca de las transformaciones que realiza Ground Truth para anular 
la distorsión de las imágenes, consulte Calibraciones de cámara: extrínseca, intrínseca y distorsión.

Vehículo ego

Para recopilar datos para aplicaciones de conducción autónomas, las mediciones utilizadas para 
generar datos de nubes de puntos se toman de sensores montados en un vehículo, o en el vehículo 
ego. Para proyectar ajustes de etiquetas que entran y salen de la escena 3D y las imágenes 2D, 
Ground Truth necesita que su vehículo ego se represente en un sistema de coordenadas universal. 
La postura del vehículo ego se compone de coordenadas de posición y cuaternión de orientación.

Ground Truth utiliza la postura del vehículo ego para calcular matrices de rotación y 
transformaciones. Las rotaciones en 3 dimensiones se pueden representar mediante una secuencia 
de 3 rotaciones alrededor de una secuencia de ejes. En teoría, tres ejes que abarcan el espacio 
euclidiano 3D son suficientes. En la práctica, los ejes de rotación se eligen para ser los vectores 
de base. Se espera que las tres rotaciones estén dentro de un fotograma de referencia global 
(extrínseco). Ground Truth no admite un fotograma de referencia centrado en el cuerpo (intrínseco), 
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que está unido al objeto en rotación y se mueve con él. Para rastrear objetos, Ground Truth necesita 
medir desde una referencia global donde todos los vehículos se muevan. Cuando se utilizan trabajos 
de etiquetado de nubes de puntos 3D de Ground Truth, z especifica el eje de rotación (rotación 
extrínseca) y los ángulos de Euler de guiñada están en radianes (ángulo de rotación).

Postura

Ground Truth utiliza información de la postura para las visualizaciones 3D y la fusión de sensores. 
La información de postura que introduce a través de su archivo de manifiesto se utiliza para calcular 
matrices extrínsecas. Si ya tiene una matriz extrínseca, puede usarla para extraer datos de la postura 
del sensor y de la cámara.

Por ejemplo, en el conjunto de datos KITTI de conducción autónoma, el módulo python pykitti se 
puede utilizar para cargar los datos KITTI. En el conjunto de datos dataset.oxts[i].T_w_imu
proporciona la transformación extrínseca LiDAR para el fotograma iº y se puede multiplicar por 
los puntos para obtenerlos en un fotograma universal - matmul(lidar_transform_matrix, 
points). Esta transformación se puede convertir en posición (vector de traslación) y rumbo 
(en cuaternión) de LiDAR para el formato JSON del archivo de manifiesto de entrada. La 
transformación extrínseca de la cámara para cam0 en el fotograma iº se puede calcular mediante
inv(matmul(dataset.calib.T_cam0_velo, inv(dataset.oxts[i].T_w_imu))) y esto 
se puede convertir en rumbo y posición para cam0.

import numpy

rotation = [[ 9.96714314e-01, -8.09890350e-02,  1.16333982e-03], 
 [ 8.09967396e-02,  9.96661051e-01, -1.03090934e-02], 
 [-3.24531964e-04,  1.03694477e-02,  9.99946183e-01]] 
  
origin= [1.71104606e+00, 
          5.80000039e-01, 
          9.43144935e-01] 

          
from scipy.spatial.transform import Rotation as R

# position is the origin
position = origin  
r = R.from_matrix(np.asarray(rotation))

# heading in WCS using scipy  
heading = r.as_quat()
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print(f"pose:{position}\nheading: {heading}")

Position

En el archivo de manifiesto de entrada, position se refiere a la posición del sensor con respecto 
a un fotograma universal. Si no puede colocar la posición del dispositivo en un sistema de 
coordenadas universal, puede utilizar datos LiDAR con coordenadas locales. Del mismo modo, para 
cámaras de vídeo montadas puede especificar la posición y el rumbo en un sistema de coordenadas 
universal. Para la cámara, si no tiene información de posición, utilice (0, 0, 0).

Los siguientes son los campos del objeto de posición:

1. x (flotante): coordenada x de la posición del vehículo ego, el sensor o la cámara en metros.

2. y (flotante): coordenada y de la posición del vehículo ego, el sensor o la cámara en metros.

3. z (flotante): coordenada z de la posición del vehículo ego, el sensor o la cámara en metros.

A continuación se muestra un ejemplo de un objeto JSON position:

{ 
    "position": { 
        "y": -152.77584902657554, 
        "x": 311.21505956090624, 
        "z": -10.854137529636024 
      }
}

Heading

En el archivo de manifiesto de entrada, heading es un objeto que representa la orientación de un 
dispositivo con respecto al fotograma universal. Los valores de heading deben estar en cuaternión. 
Un cuaternión es una representación de la orientación consistente con las propiedades esféricas 
geodésicas. Si no puede poner el rumbo del sensor en coordenadas universales, utilice el cuaternión 
de identidad (qx = 0, qy = 0, qz = 0, qw = 1). Del mismo modo, en el caso de las 
cámaras, especifique el valor de heading en cuaterniones. Si no puede obtener parámetros de 
calibración de la cámara extrínseca, utilice también el cuaternión de identidad.

Los campos del objeto heading son los siguientes:

1. qx (flotante): componente x del vehículo ego, sensor u orientación de la cámara.
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2. qy (flotante): componente y del vehículo ego, sensor u orientación de la cámara.

3. qz (flotante): componente z del vehículo ego, sensor u orientación de la cámara.

4. qw (flotante): w componente del vehículo ego, sensor u orientación de la cámara.

A continuación se muestra un ejemplo de un objeto JSON heading:

{ 
    "heading": { 
        "qy": -0.7046155108831117, 
        "qx": 0.034278837280808494, 
        "qz": 0.7070617895701465, 
        "qw": -0.04904659893885366 
      }
}

Para obtener más información, consulte Cálculo de cuaterniones de orientación y posición.

Cálculo de cuaterniones de orientación y posición

Ground Truth requiere que todos los datos de orientación, o rumbo, se den en cuaterniones. Un
cuaternión es una representación de la orientación consistente con las propiedades esféricas 
geodésicas que se pueden utilizar para aproximar la rotación. En comparación con los ángulos de 
Euler son más simples de componer y evitan el problema de bloqueo de cardán. En comparación con 
las matrices de rotación, son más compactos, más estables numéricamente y más eficientes.

Puede calcular cuaterniones a partir de una matriz de rotación o de una matriz de transformación.

Si tiene una matriz de rotación (compuesta por las rotaciones del eje) y un vector de traslación 
(u origen) en el sistema de coordenadas universal en lugar de una sola matriz de transformación 
rígida 4x4, puede utilizar directamente la matriz de rotación y el vector de traslación para calcular 
cuaterniones. Bibliotecas como scipy y pyqaternion pueden ayudar. El siguiente bloque de código 
muestra un ejemplo usando estas bibliotecas para calcular el cuaternion a partir de una matriz de 
rotación.

import numpy

rotation = [[ 9.96714314e-01, -8.09890350e-02,  1.16333982e-03], 
 [ 8.09967396e-02,  9.96661051e-01, -1.03090934e-02], 
 [-3.24531964e-04,  1.03694477e-02,  9.99946183e-01]] 
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origin = [1.71104606e+00, 
          5.80000039e-01, 
          9.43144935e-01] 

          
from scipy.spatial.transform import Rotation as R
# position is the origin
position = origin  
r = R.from_matrix(np.asarray(rotation))
# heading in WCS using scipy  
heading = r.as_quat()
print(f"position:{position}\nheading: {heading}")

Una herramienta de interfaz de usuario como 3D Rotation Converter también puede resultar útil.

Si tiene una matriz de transformación extrínseca 4x4, tenga en cuenta que la matriz de 
transformación tiene el formato [R T; 0 0 0 1], donde R es la matriz de rotación y T es el vector 
de traslación de origen. Esto significa que puede extraer la matriz de rotación y el vector de traslación 
de la matriz de transformación de la siguiente manera.

import numpy as np

transformation  
= [[ 9.96714314e-01, -8.09890350e-02,  1.16333982e-03, 1.71104606e+00], 
   [ 8.09967396e-02,  9.96661051e-01, -1.03090934e-02, 5.80000039e-01], 
   [-3.24531964e-04,  1.03694477e-02,  9.99946183e-01, 9.43144935e-01], 
   [              0,               0,               0,              1]]

transformation  = np.array(transformation )
rotation = transformation[0:3][0:3]
translation= transformation[0:3][3]

from scipy.spatial.transform import Rotation as R
# position is the origin translation
position = translation
r = R.from_matrix(np.asarray(rotation))
# heading in WCS using scipy  
heading = r.as_quat()
print(f"position:{position}\nheading: {heading}")

Con su propia configuración, puede calcular una matriz de transformación extrínseca utilizando la 
posición y orientación GPS/IMU (latitud, longitud, altitud y balanceo, paso, guiñada) con respecto 
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al sensor LiDAR en el vehículo ego. Por ejemplo, puede calcular la postura a partir de datos sin 
procesar de KITTI utilizando pose = convertOxtsToPose(oxts) para transformar los datos 
de oxts en posturas euclidianas locales, especificadas por matrices de transformación rígidas 4x4. 
A continuación, puede transformar esta matriz de transformación de postura en un fotograma de 
referencia global utilizando la matriz de transformación de fotogramas de referencia en el sistema de 
coordenadas universal.

struct Quaternion
{ 
    double w, x, y, z;
};

Quaternion ToQuaternion(double yaw, double pitch, double roll) // yaw (Z), pitch (Y), 
 roll (X)
{ 
    // Abbreviations for the various angular functions 
    double cy = cos(yaw * 0.5); 
    double sy = sin(yaw * 0.5); 
    double cp = cos(pitch * 0.5); 
    double sp = sin(pitch * 0.5); 
    double cr = cos(roll * 0.5); 
    double sr = sin(roll * 0.5); 

    Quaternion q; 
    q.w = cr * cp * cy + sr * sp * sy; 
    q.x = sr * cp * cy - cr * sp * sy; 
    q.y = cr * sp * cy + sr * cp * sy; 
    q.z = cr * cp * sy - sr * sp * cy; 

    return q;
}

Transformaciones de fusión de sensores de Ground Truth

En las siguientes secciones, se profundiza en detalle en las transformaciones de la fusión de 
sensores de Ground Truth que se realizan utilizando los datos de postura que proporcione.

Extrínseca LiDAR

Para proyectar hacia y desde una escena 3D de LiDAR a la imagen 2D de una cámara, Ground Truth 
calcula las métricas de proyección de la transformación rígida utilizando la postura y el rumbo del 

Usar datos de entrada y salida 1725



Amazon SageMaker Guía para desarrolladores

vehículo ego. Ground Truth calcula la rotación y la traslación de las coordenadas de un mundo en el 
plano 3D mediante una secuencia simple de rotaciones y traslación.

Ground Truth calcula las métricas de rotación utilizando los cuaterniones de rumbo de la siguiente 
manera:

Aquí, [x, y, z, w] corresponde a los parámetros del objeto JSON heading, [qx, qy, qz, 
qw]. Ground Truth calcula el vector de la columna de traslación como T = [poseX, poseY, 
poseZ]. Entonces las métricas extrínsecas son simplemente las siguientes:

LiDAR_extrinsic = [R T;0 0 0 1]

Calibraciones de cámara: extrínseca, intrínseca y distorsión

La calibración geométrica de la cámara, también conocida como reseccionamiento de cámara, 
calcula los parámetros de un objetivo y del sensor de imagen de una imagen o cámara de vídeo. 
Puede utilizar estos parámetros para corregir la distorsión del objetivo, medir el tamaño de un objeto 
en unidades universales o determinar la ubicación de la cámara en la escena. Los parámetros de la 
cámara incluyen coeficientes intrínsecos y de distorsión.

Extrínseca de cámara

Si se facilita la postura de la cámara, Ground Truth calcula la extrínseca de la cámara basándose en 
una transformación rígida del plano 3D al plano de la cámara. El cálculo es el mismo que el que se 
utiliza para Extrínseca LiDAR, salvo que Ground Truth utiliza la postura de la cámara (position y
heading) y calcula la extrínseca inversa.

 camera_inverse_extrinsic = inv([Rc Tc;0 0 0 1]) #where Rc and Tc are camera pose 
 components

Intrínseca y distorsión

Algunas cámaras, como las cámaras estenopeicas o de ojo de pez, pueden distorsionar de manera 
importante las fotografías. Esta distorsión se puede corregir mediante los coeficientes de distorsión 
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y la distancia focal de la cámara. Para obtener más información, consulte Camera calibration With 
OpenCV en la documentación de OpenCV.

Hay dos tipos de distorsión que Ground Truth puede corregir: la distorsión radial y la distorsión 
tangencial.

La distorsión radial se produce cuando los rayos de luz se doblan más cerca de los bordes de 
una lente que en su centro óptico. Cuanto más pequeña sea la lente, mayor será la distorsión. La 
presencia de la distorsión radial se manifiesta en forma del efecto de barril u ojo de pez y Ground 
Truth utiliza la Fórmula 1 para anular la distorsión.

Fórmula 1:

La distorsión tangencial se produce porque las lentes utilizadas para tomar las imágenes no son 
perfectamente paralelas al plano de la imagen. Esto se puede corregir con la Fórmula 2.

Formula 2:

En el archivo de manifiesto de entrada, puede proporcionar coeficientes de distorsión para que 
Ground Truth anule la distorsión de las imágenes. Todos los coeficientes de distorsión son flotantes.

• k1, k2, k3, k4: coeficientes de distorsión radial. Utilizados para modelos de cámara de ojo de pez 
y estenopeicas.

• p1 ,p2: coeficientes de distorsión tangencial. Utilizados para modelos de cámara estenopeicas.

Si las imágenes ya no están distorsionadas, todos los coeficientes de distorsión deben ser 0 en el 
manifiesto de entrada.
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Con el fin de reconstruir correctamente la imagen corregida, Ground Truth hace una conversión de 
unidad de las imágenes basada en longitudes focales. Si se usa una distancia focal común con una 
relación de aspecto dada para ambos ejes, como 1, en la fórmula superior tendremos una distancia 
focal única. La matriz que contiene estos cuatro parámetros se conoce como la matriz de calibración 
intrínseca en cámara.

Aunque los coeficientes de distorsión son los mismos independientemente de las resoluciones de la 
cámara utilizadas, estos deben escalarse con la resolución actual de la resolución calibrada.

Los siguientes son valores flotantes.

• fx: distancia focal en dirección x.

• fy: distancia focal en dirección y.

• cx: coordenada x del punto principal.

• cy: coordenada y del punto principal.

Ground Truth utiliza la extrínseca de la cámara y la intrínseca de la cámara para calcular las métricas 
de visualización, tal y como se muestra en el siguiente bloque de código para transformar etiquetas 
entre la escena 3D y las imágenes 2D.

def generate_view_matrix(intrinsic_matrix, extrinsic_matrix): 
    intrinsic_matrix = np.c_[intrinsic_matrix, np.zeros(3)] 
    view_matrix = np.matmul(intrinsic_matrix, extrinsic_matrix) 
    view_matrix = np.insert(view_matrix, 2, np.array((0, 0, 0, 1)), 0) 
    return view_matrix
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Datos de entrada de fotogramas de vídeo

Al crear un trabajo de etiquetado con detección de objetos o seguimiento de objetos en fotogramas 
de vídeo, puede elegir archivos de vídeo (archivos MP4) o fotogramas de vídeo como datos de 
entrada. Todas las tareas de los trabajadores se crean con fotogramas de vídeo, por lo que si elige 
archivos de vídeo, utilice la herramienta de extracción de fotogramas Ground Truth para extraer 
fotogramas de vídeo (imágenes) de sus archivos de vídeo.

Para ambas opciones, puede utilizar la opción Configuración de datos automatizada de la sección 
Ground Truth de la consola de Amazon SageMaker para configurar una conexión entre Ground Truth 
y sus datos de entrada en Amazon S3, de modo que Ground Truth sepa dónde buscar los datos 
de entrada al crear las tareas de etiquetado. De esta manera, se crea y almacena un archivo de 
manifiesto de entrada en la ubicación del conjunto de datos de entrada de Amazon S3. Para obtener 
más información, consulte Configuración automatizada de datos de entrada de fotogramas de vídeo.

Como alternativa, puede crear manualmente archivos de secuencia para cada secuencia de 
fotogramas de vídeo que desee etiquetar y proporcionar la ubicación en Amazon S3 de un archivo 
de manifiesto de entrada que haga referencia a cada uno de estos archivos de secuencias mediante 
la clave source-ref. Para obtener más información, consulte Cree un archivo de manifiesto de 
entrada de fotograma de vídeo.

Temas

• Elija archivos de vídeo o fotogramas de vídeo para los datos de entrada

• Configuración de los datos de entrada

Elija archivos de vídeo o fotogramas de vídeo para los datos de entrada

Al crear un trabajo de etiquetado con detección de objetos o seguimiento de objetos en fotogramas 
de vídeo, puede proporcionar una secuencia de fotogramas de vídeo (imágenes) o puede utilizar la 
consola de Amazon SageMaker para que Ground Truth extraiga automáticamente los fotogramas de 
vídeo de sus archivos de vídeo. Utilice las siguientes secciones para obtener más información sobre 
estas opciones.

Proporcione fotogramas de vídeo

Los fotogramas de vídeo son secuencias de imágenes extraídas de un archivo de vídeo. Puede crear 
un trabajo de etiquetado de Ground Truth para que los trabajadores etiqueten varias secuencias de 
fotogramas de vídeo. Cada secuencia se compone de imágenes extraídas de un único vídeo.
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Para crear un trabajo de etiquetado con secuencias de fotogramas de vídeo, debe almacenar cada 
secuencia con un prefijo de nombre de clave único en Amazon S3. En la consola de Amazon S3, los 
prefijos de nombres de claves se denominan carpetas. Por lo tanto, en la consola de Amazon S3, 
cada secuencia de fotogramas de vídeo debe estar ubicada en su propia carpeta en Amazon S3.

Por ejemplo, si tiene dos secuencias de fotogramas de vídeo, puede utilizar los prefijos de nombres 
de clave sequence1/ y sequence2/ para identificar las secuencias. En este ejemplo, las 
secuencias pueden estar en s3://DOC-EXAMPLE-BUCKET/video-frames/sequence1/ y
s3://DOC-EXAMPLE-BUCKET/video-frames/sequence2/.

Si utiliza la consola de Ground Truth para crear un archivo de manifiesto de entrada, todos los 
prefijos de nombres de claves de secuencia deben estar en la misma ubicación en Amazon S3. Por 
ejemplo, en la consola de Amazon S3, cada secuencia podría estar en una carpeta en s3://DOC-
EXAMPLE-BUCKET/video-frames/. En este ejemplo, la primera secuencia de fotogramas de 
vídeo (imágenes) puede estar en s3://DOC-EXAMPLE-BUCKET/video-frames/sequence1/ y la 
segunda secuencia puede estar en s3://DOC-EXAMPLE-BUCKET/video-frames/sequence2/.

Important

Incluso si solo tiene una secuencia de fotogramas de vídeo que desea que los trabajadores 
etiqueten, esa secuencia debe tener un prefijo de nombre de clave en Amazon S3. Si utiliza 
la consola de Amazon S3, eso significa que la secuencia se encuentra en una carpeta. No 
puede estar en la raíz del bucket de S3.

Cuando se crean tareas de los trabajadores mediante secuencias de fotogramas de vídeo, Ground 
Truth utiliza una secuencia por tarea. En cada tarea, Ground Truth ordena los fotogramas de vídeo 
utilizando el orden binario UTF-8.

Por ejemplo, los fotogramas de vídeo pueden estar en el siguiente orden en Amazon S3:

[0001.jpg, 0002.jpg, 0003.jpg, ..., 0011.jpg]

Se organizan en el mismo orden en la tarea del trabajador: 0001.jpg, 0002.jpg, 
0003.jpg, ..., 0011.jpg.

Los fotogramas también se pueden ordenar utilizando una convención de nomenclatura como la 
siguiente:
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[frame1.jpg, frame2.jpg, ..., frame11.jpg]

En este caso, frame10.jpg y frame11.jpg están antes que frame2.jpg en la tarea del 
trabajador. Su trabajador ve los fotogramas de vídeo en el siguiente orden: frame1.jpg, 
frame10.jpg, frame11.jpg, frame2.jpg, ..., frame9.jpg.

Proporcione archivos de vídeo

Puede utilizar la característica de división de fotogramas de Ground Truth al crear un nuevo trabajo 
de etiquetado en la consola para extraer fotogramas de vídeo de archivos de vídeo (archivos MP4). 
La serie de fotogramas de vídeo que se extrae de un único archivo de vídeo se denomina secuencia 
de fotogramas de vídeo.

Puede hacer que Ground Truth extraiga automáticamente todos los fotogramas del vídeo, hasta 
2000, o puede especificar una frecuencia de extracción de los fotogramas. Por ejemplo, puede hacer 
que Ground Truth extraiga cada décimo fotograma de los vídeos.

Puede proporcionar hasta 50 vídeos si utiliza la configuración de datos automatizada para extraer 
fotogramas; sin embargo, el archivo de manifiesto de entrada no puede hacer referencia a más 
de 10 archivos de secuencias de fotogramas de vídeo cuando crea un trabajo de etiquetado con 
seguimiento de objetos en fotogramas de vídeo y detección de objetos en fotogramas de vídeo. Si 
utiliza la herramienta de la consola de configuración de datos automatizada para extraer fotogramas 
de vídeo de más de 10 archivos de vídeo, tendrá que modificar el archivo de manifiesto que genera 
la herramienta o crear uno nuevo para incluir 10 archivos de secuencia de fotogramas de vídeo 
o menos. Para obtener más información acerca de estas cuotas, consulte Cuotas de trabajo de 
etiquetado de fotogramas de vídeo y nubes de puntos 3D.

Para utilizar la herramienta de extracción de fotogramas de vídeo, consulte Configuración 
automatizada de datos de entrada de fotogramas de vídeo.

Cuando todos los fotogramas de vídeo se hayan extraído correctamente de los vídeos, verá lo 
siguiente en la ubicación del conjunto de datos de entrada de S3:

• Un prefijo de nombre de clave (una carpeta en la consola de Amazon S3) con el nombre de cada 
vídeo. Cada uno de estos prefijos conduce a lo siguiente:

• Secuencia de fotogramas de vídeo extraídos del vídeo utilizado para dar nombre a ese prefijo.

• Archivo de secuencia que se utiliza para identificar todas las imágenes que componen esa 
secuencia.
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• Archivo de manifiesto de entrada con la extensión .manifest. Esto identifica todos los archivos de 
secuencia que se utilizarán para crear el trabajo de etiquetado.

Todos los fotogramas extraídos de un único archivo de vídeo se utilizan para una tarea de 
etiquetado. Si extrae fotogramas de vídeo de varios archivos de vídeo, se crean varias tareas para el 
trabajo de etiquetado, una para cada secuencia de fotogramas de vídeo.

Ground Truth almacena cada secuencia de fotogramas de vídeo que extrae en su ubicación de 
Amazon S3 para los conjuntos de datos de entrada mediante un prefijo de nombre de clave único. En 
la consola de Amazon S3, los prefijos de nombres de claves se denominan carpetas.

Configuración de los datos de entrada

Al crear un trabajo de etiquetado de fotogramas de vídeo, es necesario que Ground Truth sepa 
dónde buscar los datos de entrada. Puede hacerlo de una de las dos formas siguientes:

• Puede almacenar sus datos de entrada en Amazon S3 y hacer que Ground Truth detecte 
automáticamente el conjunto de datos de entrada que se utiliza para su trabajo de etiquetado. 
Consulte Configuración automatizada de datos de entrada de fotogramas de vídeo para obtener 
más información sobre esta opción.

• Puede crear un archivo de manifiesto de entrada y archivos de secuencia y subirlos a Amazon S3. 
Consulte Configuración manual de los datos de entrada para obtener más información sobre esta 
opción.

Temas

• Configuración automatizada de datos de entrada de fotogramas de vídeo

• Configuración manual de los datos de entrada

Configuración automatizada de datos de entrada de fotogramas de vídeo

Puede utilizar la configuración de datos automatizada de Ground Truth para detectar 
automáticamente los archivos de vídeo en su bucket de Amazon S3 y extraer fotogramas de vídeo 
de esos archivos. Para saber cómo hacerlo, consulte Proporcione archivos de vídeo.

Si ya tiene fotogramas de vídeo en Amazon S3, puede utilizar la configuración de datos 
automatizada para utilizar estos fotogramas de vídeo en su trabajo de etiquetado. Para esta opción, 
todos los fotogramas de vídeo de un único vídeo deben almacenarse con un prefijo único. Para 
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obtener información sobre los requisitos para usar esta opción, consulte Proporcione fotogramas de 
vídeo.

Seleccione una de las siguientes secciones para aprender a configurar su conexión automática de 
conjuntos de datos de entrada con Ground Truth.

Proporcione archivos de vídeo y extraiga fotogramas

Utilice el siguiente procedimiento para conectar sus archivos de vídeo con Ground Truth y extraer 
automáticamente los fotogramas de vídeo de esos archivos para realizar trabajos de etiquetado con 
detección de objetos y seguimiento de objetos en fotogramas de vídeo.

Note

Si utiliza la herramienta de la consola de configuración de datos automatizada para extraer 
fotogramas de vídeo de más de 10 archivos de vídeo, tendrá que modificar el archivo 
de manifiesto que genera la herramienta o crear uno nuevo para incluir 10 archivos de 
secuencia de fotogramas de vídeo o menos. Para obtener más información, consulte
Proporcione archivos de vídeo.

Asegúrese de que sus archivos de vídeo estén almacenados en un bucket de Amazon S3 en la 
misma región de AWS en la que realiza la configuración automática de datos.

Conecte automáticamente sus archivos de vídeo en Amazon S3 con Ground Truth y extraiga 
fotogramas de vídeo:

1. Vaya a la página Crear trabajo de etiquetado de la consola de Amazon SageMaker: https:// 
console.aws.amazon.com/sagemaker/groundtruth.

Los buckets de S3 de entrada y salida deben estar en la misma región de AWS en la que creó el 
trabajo de etiquetado. Este enlace lo ubica en la región de AWS Virginia del Norte (us-east-1). Si 
los datos de entrada se encuentran en un bucket de Amazon S3 de otra región, cámbiese a esa 
región. Para cambiar de región de AWS, en la barra de navegación, elija el nombre de la región 
mostrada actualmente.

2. Seleccione Crear trabajo de etiquetado.

3. Ingrese un Job name (Nombre de trabajo).

4. En la sección Configuración de datos de entrada, seleccione Configuración de datos 
automatizada.
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5. Introduzca un URI de Amazon S3 en la Ubicación de S3 para los conjuntos de datos de entrada. 
Un URI de S3 tiene el siguiente aspecto: s3://DOC-EXAMPLE-BUCKET/path-to-files/. 
Este URI debe apuntar a la ubicación de Amazon S3 en la que se almacenan los archivos de 
vídeo.

6. Especifique su Ubicación de S3 para los conjuntos de datos de salida. Aquí es donde se 
almacenarán los datos de salida. Puede elegir almacenar los datos de salida en la Misma 
ubicación que el conjunto de datos de entrada o Especifique una nueva ubicación e introduzca el 
URI de S3 de la ubicación en la que desea almacenar los datos de salida.

7. Elija Archivos de vídeo en Tipo de datos en la lista desplegable.

8. Seleccione Sí, extraer fotogramas para las tareas de seguimiento y detección de objetos.

9. Elija un método de Extracción de fotogramas.

• Si elige Utilizar todos los fotogramas extraídos del vídeo para crear una tarea de etiquetado, 
Ground Truth extrae todos los fotogramas de cada vídeo en su ubicación de S3 para los 
conjuntos de datos de entrada, hasta un máximo de 2000 fotogramas. Si un vídeo del conjunto 
de datos de entrada contiene más de 2000 fotogramas, los primeros 2000 se extraen y se 
utilizan para esa tarea de etiquetado.

• Cuando elige Utilizar cada x fotogramas de un vídeo para crear una tarea de etiquetado, 
Ground Truth extrae el xo fotograma de cada vídeo en su ubicación de S3 para los conjuntos 
de datos de entrada.

Por ejemplo, si el vídeo dura 2 segundos y tiene una velocidad de fotograma de 30 fotogramas 
por segundo, hay 60 fotogramas en el vídeo. Si especifica 10 aquí, Ground Truth extrae cada 
10o fotograma del vídeo. Esto significa que se extrae el 1o, el 10o, el 20o, el 30o, el 40o, el 50o

y el 60o.

10. Elija o cree un rol de ejecución de IAM. Asegúrese de que este rol tenga permiso para acceder a 
sus ubicaciones de Amazon S3 para los datos de entrada y salida especificados en los pasos 5 
y 6.

11. Seleccione Configuración de datos completa.

Proporcione fotogramas de vídeo

Utilice el siguiente procedimiento para conectar sus secuencias de fotogramas de vídeo con Ground 
Truth para trabajos de etiquetado con detección de objetos y seguimiento de objetos en fotogramas 
de vídeo.
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Asegúrese de que sus fotogramas de vídeo estén almacenados en un bucket de Amazon S3 en la 
misma región de AWS en la que realiza la configuración automática de datos. Cada secuencia de 
fotogramas de vídeo debe tener un prefijo único. Por ejemplo, si tiene dos secuencias almacenadas 
en s3://DOC-EXAMPLE-BUCKET/video-frames/sequences/, cada una debe tener un 
prefijo como sequence1 y sequence2, y ambas deben estar directamente debajo del prefijo /
sequences/. En el ejemplo anterior, las ubicaciones de estas dos secuencias son: s3://DOC-
EXAMPLE-BUCKET/video-frames/sequences/sequence1/ y s3://DOC-EXAMPLE-BUCKET/
video-frames/sequences/sequence2/.

Conecte automáticamente su fotograma de vídeo en Amazon S3 con Ground Truth:

1. Vaya a la página Crear trabajo de etiquetado de la consola de Amazon SageMaker: https:// 
console.aws.amazon.com/sagemaker/groundtruth.

Los buckets de S3 de entrada y salida deben estar en la misma región de AWS en la que creó el 
trabajo de etiquetado. Este enlace lo ubica en la región de AWS Virginia del Norte (us-east-1). Si 
los datos de entrada se encuentran en un bucket de Amazon S3 de otra región, cámbiese a esa 
región. Para cambiar de región de AWS, en la barra de navegación, elija el nombre de la región 
mostrada actualmente.

2. Seleccione Crear trabajo de etiquetado.

3. Ingrese un Job name (Nombre de trabajo).

4. En la sección Configuración de datos de entrada, seleccione Configuración de datos 
automatizada.

5. Introduzca un URI de Amazon S3 en la Ubicación de S3 para los conjuntos de datos de entrada.

Esta debe ser la ubicación de Amazon S3 en la que se almacenan las secuencias. Por ejemplo, 
si tiene dos secuencias almacenadas en s3://DOC-EXAMPLE-BUCKET/video-frames/
sequences/sequence1/, s3://DOC-EXAMPLE-BUCKET/video-frames/sequences/
sequence2/, introduzca s3://DOC-EXAMPLE-BUCKET/video-frames/sequences/ aquí.

6. Especifique su Ubicación de S3 para los conjuntos de datos de salida. Aquí es donde se 
almacenarán los datos de salida. Puede elegir almacenar los datos de salida en la Misma 
ubicación que el conjunto de datos de entrada o Especifique una nueva ubicación e introduzca el 
URI de S3 de la ubicación en la que desea almacenar los datos de salida.

7. Elija Fotogramas de vídeo en Tipo de datos en la lista desplegable.
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8. Elija o cree un rol de ejecución de IAM. Asegúrese de que este rol tenga permiso para acceder a 
sus ubicaciones de Amazon S3 para los datos de entrada y salida especificados en los pasos 5 
y 6.

9. Seleccione Configuración de datos completa.

Estos procedimientos crean un manifiesto de entrada en la ubicación de Amazon S3 para los 
conjuntos de datos de entrada que especificó en el paso 5. Si va a crear un trabajo de etiquetado 
mediante la API de Sagemaker, la AWS CLI o un SDK de AWS, utilice el URI de Amazon S3 para 
este archivo de manifiesto de entrada como entrada del parámetro ManifestS3Uri.

Configuración manual de los datos de entrada

Elija la opción de configuración manual de datos si ha creado archivos de secuencia para cada una 
de las secuencias de fotogramas de vídeo y un archivo de manifiesto con las referencias a esos 
archivos de secuencias.

Cree un archivo de manifiesto de entrada de fotograma de vídeo

Ground Truth usa el archivo de manifiesto de entrada para identificar la ubicación del conjunto de 
datos de entrada al crear tareas de etiquetado. Para los trabajos de etiquetado con detección y 
seguimiento de objetos en fotogramas de vídeo, cada línea del archivo de manifiesto de entrada 
identifica la ubicación de un archivo de secuencia de fotogramas de vídeo. Cada archivo de 
secuencia identifica las imágenes incluidas en una sola secuencia de fotogramas de vídeo.

Utilice esta página para aprender a crear un archivo de secuencia de fotogramas de vídeo y 
un archivo de manifiesto de entrada para los trabajos de etiquetado con detección de objetos y 
seguimiento de objetos en fotogramas de vídeo.

Si desea que Ground Truth genere automáticamente sus archivos de secuencia y el archivo de 
manifiesto de entrada, consulte Configuración automatizada de datos de entrada de fotogramas de 
vídeo.

Cree un manifiesto de entrada de secuencias de fotogramas de vídeo

En el archivo de manifiesto de entrada de la secuencia de fotogramas de vídeo, cada línea del 
manifiesto es un objeto JSON, con una clave "source-ref" que hace referencia a un archivo de 
secuencia. Cada archivo de secuencia identifica la ubicación de una secuencia de fotogramas de 
vídeo. Este es el formato de archivo de manifiesto necesario para todos los trabajos de etiquetado de 
fotogramas de vídeo.
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En el ejemplo siguiente, se muestra la sintaxis utilizada para un archivo de manifiesto de entrada:

{"source-ref": "s3://DOC-EXAMPLE-BUCKET/example-folder/seq1.json"}
{"source-ref": "s3://DOC-EXAMPLE-BUCKET/example-folder/seq2.json"}

Cree un archivo de secuencia de fotogramas de vídeo

Los datos de cada secuencia de fotogramas de vídeo deben almacenarse en un objeto de datos 
JSON. A continuación se muestra un ejemplo del formato utilizado para un archivo de secuencia. La 
información sobre cada fotograma se incluye como un objeto JSON y se muestra en la lista frames. 
Se ha expandido el siguiente JSON para facilitar la lectura.

{ 
 "seq-no": 1, 
 "prefix": "s3://mybucket/prefix/video1/", 
 "number-of-frames": 3, 
 "frames":[ 
   {"frame-no": 1, "unix-timestamp": 1566861644, "frame": "frame0001.jpg" }, 
   {"frame-no": 2, "unix-timestamp": 1566861644, "frame": "frame0002.jpg" },  
   {"frame-no": 3, "unix-timestamp": 1566861644, "frame": "frame0003.jpg" }    
 ]
}

En la siguiente tabla, se proporcionan detalles sobre los parámetros que se muestran en el ejemplo 
de código.

Parámetro Obligatorio Valores aceptados Descripción

seq-no Sí Entero El número de orden 
de la secuencia.

prefix Sí Cadena

Valores aceptados:

s3://<bucket-n 
ame> /<prefix>/

La ubicación de 
Amazon S3 en la que 
se encuentran los 
archivos de secuencia 
.

El prefijo debe 
terminar con una 
barra diagonal: /.
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Parámetro Obligatorio Valores aceptados Descripción

number-of-
frames

Sí Entero El número total de 
fotogramas incluidos 
en el archivo de 
secuencia. Este 
número debe coincidir 
con el número total 
de fotogramas 
enumerados en el 
parámetro frames de 
la siguiente fila.

frames Sí Lista de objetos 
JSON.

Obligatorio

frame-no, frame

Opcional:

unix-timestamp

Una lista de datos de 
fotograma. La longitud 
de la lista debe ser 
igual al number-
of-frames . En la 
interfaz de usuario 
del trabajador, los 
fotogramas de una 
secuencia se clasifica 
n en orden binario
UTF-8. Para obtener 
más información 
sobre este tipo 
de ordenación, 
consulte Proporcione 
fotogramas de vídeo.

frame-no Sí Entero El número de 
ordenación de los 
fotogramas. Esto 
determina el orden 
de un fotograma en la 
secuencia.
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Parámetro Obligatorio Valores aceptados Descripción

unix-timestamp No Entero La marca de tiempo 
en Unix de un 
fotograma. El número 
de segundos transcurr 
idos desde el 1 de 
enero de 1970 hasta 
la hora UTC en 
que se capturó el 
fotograma.

frame Sí Cadena El nombre de un 
archivo de imagen de 
fotograma de vídeo.

Datos de salida

El resultado de un trabajo de etiquetado se coloca en la ubicación de Amazon S3 que ha 
especificado en la consola o en la llamada a la operación CreateLabelingJob. Los datos de salida 
aparecen en esta ubicación cuando los trabajadores han enviado una o más tareas o cuando las 
tareas caducan. Tenga en cuenta que los datos de salida pueden tardar unos minutos en aparecer 
en Amazon S3 después de que el trabajador envíe la tarea o de que la tarea caduque.

Cada línea del archivo de datos de salida es idéntica al archivo de manifiesto con la adición de un 
atributo y valor para la etiqueta asignada al objeto de entrada. El nombre de atributo para el valor 
se define en la consola o en la llamada a la operación CreateLabelingJob. No puede utilizar -
metadata en el nombre de atributo de la etiqueta. Si está ejecutando una segmentación semántica 
de imagen, una segmentación semántica de nube de puntos 3D o un trabajo de rastreo de objetos 
de nube de puntos 3D, el atributo de etiqueta debe terminar en -ref. Para cualquier otro tipo de 
trabajo, el nombre del atributo no puede terminar con -ref.

El resultado del trabajo de etiquetado es el valor del par de clave-valor con la etiqueta. La etiqueta y 
el valor sobrescriben con el nuevo valor, los datos de JSON existentes en el archivo de entrada.

Por ejemplo, a continuación se muestra la salida de un trabajo de etiquetado con clasificación de 
imágenes donde los archivos de datos de entrada se han almacenado en un AWSDOC-EXAMPLE-
BUCKET de Amazon S3 y el nombre de atributo de etiqueta se ha definido como sport. En este 
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ejemplo, se da formato al objeto JSON para facilitar su lectura. En el archivo de salida real el objeto 
JSON está en una única línea. Para obtener más información sobre el formato de datos, consulte
JSON Lines.

{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/image_example.png", 
    "sport":0, 
    "sport-metadata": 
    { 
        "class-name": "football", 
        "confidence": 0.00, 
        "type":"groundtruth/image-classification", 
        "job-name": "identify-sport", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256" 
    }
}

El valor de la etiqueta puede ser cualquier JSON válido: En este caso, el valor de etiqueta es el 
índice de la clase en la lista de clasificación. Otros tipos de trabajos, como por ejemplo un cuadro 
delimitador, tienen valores más complejos.

Todos los pares de clave-valor del archivo de manifiesto de entrada que no sean un atributo de 
etiqueta se mantienen sin cambios en el archivo de salida. Puede utilizarlos para transferir datos a su 
aplicación.

El resultado de un trabajo de etiquetado se puede utilizar como entrada a otro trabajo de etiquetado. 
Puede utilizarlo cuando encadene trabajos de etiquetado. Por ejemplo, puede enviar un trabajo de 
etiquetado para determinar el deporte que se está practicando. Después puede enviar otro con los 
mismos datos para determinar si el deporte se está practicando en interiores o en el exterior. Al usar 
los datos de salida del primer trabajo como manifiesto para el segundo trabajo, puede consolidar los 
resultados de los dos trabajos en un archivo de salida para facilitarle a sus aplicaciones la tarea de 
procesamiento.

El archivo de datos de salida se escribe en la ubicación de salida de forma periódica mientras el 
trabajo está en curso. Estos archivos intermedios contienen una línea por cada línea del archivo 
de manifiesto. Si se etiqueta un objeto, se incluye la etiqueta. Si el objeto no ha sido etiquetado, se 
escribe en el archivo de salida intermedio de manera idéntica al archivo de manifiesto.
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Directorios de salida

Ground Truth crea varios directorios en su ruta de salida de Amazon S3. Estos directorios contienen 
los resultados de su trabajo de etiquetado y otros artefactos del trabajo. Al directorio de nivel 
superior de un trabajo de etiquetado se le da el mismo nombre que a su trabajo de etiquetado y los 
directorios de salida se colocan debajo. Por ejemplo, si ha denominado find-people a su trabajo 
de etiquetado, el resultado deberá estar en uno de los siguientes directorios:

s3://AWSDOC-EXAMPLE-BUCKET/find-people/activelearning
s3://AWSDOC-EXAMPLE-BUCKET/find-people/annotations
s3://AWSDOC-EXAMPLE-BUCKET/find-people/inference
s3://AWSDOC-EXAMPLE-BUCKET/find-people/manifests
s3://AWSDOC-EXAMPLE-BUCKET/find-people/training 
             

Cada directorio contiene la salida siguiente:

Directorio de aprendizaje activo

El directorio activelearning solo está presente cuando se utiliza el etiquetado de datos 
automatizado. Contiene la validación de entrada y salida establecida para el etiquetado de datos 
automatizado y la carpeta de entrada y salida para datos etiquetados de forma automática.

Directorio annotations

El directorio annotations contiene todas las anotaciones realizadas por el personal. Se trata de 
respuestas de trabajadores individuales que no se han consolidado en una sola etiqueta para el 
objeto de datos.

Hay tres subdirectorios en el directorio annotations.

• El primero, worker-response, contiene las respuestas de trabajadores individuales. Contiene 
un subdirectorio para cada iteración, que a su vez contiene un subdirectorio para cada objeto de 
datos en esa iteración. Los datos de respuesta de los trabajadores para cada objeto de datos se 
almacenan en un archivo JSON con marca temporal que contiene las respuestas enviadas por 
cada trabajador para ese objeto de datos y, si utiliza trabajadores propios, los metadatos sobre 
esos trabajadores. Para obtener más información sobre estos metadatos, consulte Metadatos de 
trabajadores.

• El segundo, consolidated-annotation, contiene información necesaria para consolidar las 
anotaciones del lote actual en etiquetas para los objetos de datos.
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• El tercero, intermediate, contiene el manifiesto de salida para el lote actual con toda etiqueta 
completada. Este archivo se actualiza a medida que la etiqueta de cada objeto de datos se 
completa.

Note

No es recomendable usar archivos que no se mencionen en la documentación.

Directorio inference

El directorio inference solo está presente cuando se utiliza el etiquetado de datos automatizado. 
El directorio contiene los archivos de entrada y salida para la transformación por lotes de SageMaker 
utilizada al etiquetar objetos de datos.

Directorio manifest

El directorio manifest contiene el manifiesto de salida de su trabajo de etiquetado. Hay un 
subdirectorio en el directorio de manifiesto, output. El directorio output contiene el archivo de 
manifiesto de salida de su trabajo de etiquetado. El archivo se denomina output.manifest.

Directorio de entrenamiento

El directorio training solo está presente cuando se utiliza el etiquetado de datos automatizado. 
Este directorio contiene los archivos de entrada y salida utilizados para entrenar el modelo de 
etiquetado de datos automatizado.

Puntuación de confianza

Cuando más de un trabajador anota una misma tarea, su etiqueta se deriva de la consolidación de 
anotaciones. Ground Truth calcula una puntuación de confianza para cada etiqueta. Una puntuación 
de confianza es un número entre 0 y 1 que indica la confianza que tiene Ground Truth en la etiqueta. 
Puede utilizar la puntuación de confianza para comparar objetos de datos etiquetados entre sí y para 
identificar las etiquetas de mayor o menos confianza.

No interprete el valor de una puntuación de confianza como un valor absoluto ni lo compare con 
trabajos de etiquetado. Por ejemplo, si todas las puntuaciones de confianza están entre 0,98 y 0,998, 
solo debe comparar los objetos de datos entre sí y no confiar en las puntuaciones de confianza altas.
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No debe comparar las puntuaciones de confianza de objetos de datos etiquetados por personas y 
objetos de datos etiquetados automáticamente. Las puntuaciones de confianza para las personas 
se calculan mediante la función de consolidación de anotaciones para la tarea, mientras que las 
puntuaciones de confianza del etiquetado automatizado se calculan utilizando un modelo que 
incorpora características de objetos. Los dos modelos, por lo general, tienen diferentes escalas y una 
confianza media.

Para un trabajo de etiquetado de cuadros delimitadores, Ground Truth calcula una puntuación de 
confianza por cuadro. Puede comparar las puntuaciones de confianza de una imagen o de varias 
imágenes para el mismo tipo de etiquetado (personas o automático). No se pueden comparar las 
puntuaciones de confianza de los trabajos de etiquetado.

Si un solo trabajador incluye una anotación en una tarea 
(NumberOfHumanWorkersPerDataObject se establece en 1 o, en la consola se escribe 1 para
Número de trabajadores por objeto de conjunto de datos), la puntuación de confianza se establece 
en 0.00.

Metadatos de trabajadores

Ground Truth proporciona información que puede utilizar para realizar un seguimiento de 
trabajadores individuales en los datos de salida de las tareas. Los siguientes datos se encuentran en 
los directorios situados debajo de worker-response, que se encuentra enDirectorio annotations:

• acceptanceTime es la hora a la que el trabajador aceptó la tarea. El formato de esta marca 
temporal es YYYY-MM-DDTHH:MM:SS.mmmZ para el año (YYYY), el mes (MM), el día (DD), la hora 
(HH), el minuto (MM), el segundo (SS) y el milisegundo (mmm). La fecha y la hora están separadas 
por una T.

• submissionTime es la hora a la que el trabajador envió sus anotaciones mediante el botón
Enviar. El formato de esta marca temporal es YYYY-MM-DDTHH:MM:SS.mmmZ para el año (YYYY), 
el mes (MM), el día (DD), la hora (HH), el minuto (MM), el segundo (SS) y el milisegundo (mmm). La 
fecha y la hora están separadas por una T.

• timeSpentInSeconds indica el tiempo total, en segundos, que un trabajador trabajó activamente 
en esa tarea. Esta métrica no incluye el tiempo en que un trabajador hizo una pausa o se tomó un 
descanso.

• El workerId es único para cada trabajador.

• Si utiliza personal privado, en workerMetadata verá lo siguiente.

• identityProviderType es el servicio que se utiliza para administrar al personal privado.
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• issuer es el grupo de usuarios de Cognito o el emisor del proveedor de identidades (IdP) del 
OIDC asociado al equipo de trabajo asignado a esta tarea de revisión humana.

• Un identificador sub único hace referencia al trabajador. Si crea personal con Amazon Cognito, 
puede recuperar los detalles de este trabajador (como el nombre o el nombre de usuario) con 
este identificador mediante Amazon Cognito. Para obtener más información, consulte Gestión y 
búsqueda de cuentas de usuario en la Guía para desarrolladores de Amazon Cognito.

A continuación, tenemos un ejemplo del resultado que puede ver si utiliza Amazon Cognito para 
crear personal privado. Esto se identifica en identityProviderType.

"submissionTime": "2020-12-28T18:59:58.321Z",
"acceptanceTime": "2020-12-28T18:59:15.191Z",  
"timeSpentInSeconds": 40.543,
"workerId": "a12b3cdefg4h5i67",
"workerMetadata": { 
    "identityData": { 
        "identityProviderType": "Cognito", 
        "issuer": "https://cognito-idp.aws-region.amazonaws.com/aws-region_123456789", 
        "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee" 
    }
}

A continuación, tenemos un ejemplo del workerMetadata que puede ver si utiliza su propio IdP de 
OIDC para crear personal privado:

"workerMetadata": { 
        "identityData": { 
            "identityProviderType": "Oidc", 
            "issuer": "https://example-oidc-ipd.com/adfs", 
            "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee" 
        }
}

Para obtener más información sobre el uso de personal privado, consulte Usar personal privado.

Metadatos de salida

El resultado de cada trabajo contiene metadatos sobre la etiqueta asignada a los objetos de datos. 
Estos elementos son los mismos para todos los trabajos con variaciones menores. En el ejemplo 
siguiente se muestran los elementos de metadatos.
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    "confidence": 0.00, 
    "type": "groundtruth/image-classification", 
    "job-name": "identify-animal-species", 
    "human-annotated": "yes", 
    "creation-date": "2020-10-18T22:18:13.527256"

Los elementos tienen el significado siguiente:

• confidence: la confianza que Ground Truth tiene de que la etiqueta es correcta. Para obtener 
más información, consulte Puntuación de confianza.

• type: el tipo de trabajo de clasificación. Para los tipos de trabajo, consulte Tipos de tareas 
integrados.

• job-name: el nombre asignado al trabajo cuando se creó.

• human-annotated: si el objeto de datos lo ha etiquetado una persona o mediante un etiquetado 
de datos automatizado. Para obtener más información, consulte Automatizar el etiquetado de 
datos.

• creation-date: la fecha y hora en que se creó el plan.

Salidas del trabajo de clasificación

A continuación, se muestran ejemplos de salida de un trabajo de clasificación de imágenes y un 
trabajo de clasificación de texto. Incluye la etiqueta que Ground Truth ha asignado al objeto de datos, 
el valor de la etiqueta y los metadatos que describen la etiqueta.

Además de los elementos de metadatos estándar, los metadatos de un trabajo de clasificación 
incluyen el valor de texto de la clase de etiqueta. Para obtener más información, consulte Image 
Classification - MXNet.

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del trabajo de 
etiquetado y de los datos de salida.

{ 
    "source-ref":"s3://AWSDOC-EXAMPLE-BUCKET/example_image.jpg", 
    "species":"0", 
    "species-metadata": 
    { 
        "class-name": "dog", 
        "confidence": 0.00, 
        "type": "groundtruth/image-classification", 
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        "job-name": "identify-animal-species", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256" 
    }
}

{ 
    "source":"The food was delicious", 
    "mood":"1", 
    "mood-metadata": 
    { 
        "class-name": "positive", 
        "confidence": 0.8, 
        "type": "groundtruth/text-classification", 
        "job-name": "label-sentiment", 
        "human-annotated": "yes", 
        "creation-date": "2020-10-18T22:18:13.527256" 
    }
}

Salida del trabajo de clasificación de etiquetas múltiples

Los siguientes son archivos de manifiesto de salida de ejemplo de un trabajo de clasificación de 
imágenes con etiquetas múltiples y un trabajo de clasificación de texto con etiquetas múltiples. 
Incluyen las etiquetas que Ground Truth ha asignado al objeto de datos (por ejemplo, la imagen o el 
fragmento de texto) y los metadatos que describen las etiquetas que el trabajador vio al completar la 
tarea de etiquetado.

El parámetro de nombre de atributo de etiqueta (por ejemplo, image-label-attribute-name) 
contiene una matriz de todas las etiquetas seleccionadas por al menos uno de los trabajadores que 
completó esta tarea. Esta matriz contiene claves enteras (por ejemplo, [1,0,8]) que corresponden 
a las etiquetas encontradas en class-map. En el ejemplo de clasificación de imágenes de etiquetas 
múltiples, bicycle, person y clothing se seleccionaron de la mano de al menos uno de los 
trabajadores que completó la tarea de etiquetado de la imagen, exampleimage.jpg.

confidence-map muestra la puntuación de confianza que Ground Truth asigna a cada etiqueta 
seleccionada por un trabajador. Para obtener más información sobre las puntuaciones de confianza 
de Ground Truth, consulte Puntuación de confianza.

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del trabajo de 
etiquetado y de los datos de salida.
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A continuación se muestra un ejemplo de un archivo de manifiesto de salida de clasificación de 
imágenes de etiquetas múltiples.

{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_image.jpg", 
    "image-label-attribute-name":[1,0,8], 
    "image-label-attribute-name-metadata": 
       { 
        "job-name":"labeling-job/image-label-attribute-name", 
        "class-map": 
            { 
                "1":"bicycle","0":"person","8":"clothing" 
            }, 
        "human-annotated":"yes", 
        "creation-date":"2020-02-27T21:36:25.000201", 
        "confidence-map": 
            { 
                "1":0.95,"0":0.77,"8":0.2
            }, 
        "type":"groundtruth/image-classification-multilabel" 
        }
}

A continuación se muestra un ejemplo de un archivo de manifiesto de salida de clasificación de 
texto con etiquetas múltiples. En este ejemplo, approving, sad y critical se seleccionaron 
de la mano de al menos uno de los trabajadores que completó la tarea de etiquetado del objeto
exampletext.txt encontrado en AWSDOC-EXAMPLE-BUCKET.

{ 
    "source-ref": "AWSDOC-EXAMPLE-BUCKET/text_file.txt", 
    "text-label-attribute-name":[1,0,4], 
    "text-label-attribute-name-metadata": 
       { 
        "job-name":"labeling-job/text-label-attribute-name", 
        "class-map": 
            { 
                "1":"approving","0":"sad","4":"critical" 
            }, 
        "human-annotated":"yes", 
        "creation-date":"2020-02-20T21:36:25.000201", 
        "confidence-map": 
            { 
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                "1":0.95,"0":0.77,"4":0.2
            }, 
        "type":"groundtruth/text-classification-multilabel" 
        }
}

Salida de un trabajo de cuadro delimitador

A continuación se muestra un ejemplo de salida (archivo de manifiesto de salida) de un trabajo de 
cuadro delimitador. Para esta tarea, se devuelven tres cuadros delimitadores. El valor de la etiqueta 
contiene información sobre el tamaño de la imagen y la ubicación de los cuadros delimitadores.

El elemento class_id es el índice de la clase de cuadro en la lista de clases disponibles para la 
tarea. El elemento de metadatos class-map contiene el texto de la clase.

Los metadatos tienen una puntuación de confianza independiente para cada cuadro delimitador. Los 
metadatos también incluyen el elemento class-map que mapea el class_id con el valor de texto 
de la clase. Para obtener más información, consulte Detección de objetos - MXNet.

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del trabajo de 
etiquetado y de los datos de salida.

{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_image.png", 
    "bounding-box-attribute-name": 
    { 
        "image_size": [{ "width": 500, "height": 400, "depth":3}], 
        "annotations": 
        [ 
            {"class_id": 0, "left": 111, "top": 134, 
                    "width": 61, "height": 128}, 
            {"class_id": 5, "left": 161, "top": 250, 
                     "width": 30, "height": 30}, 
            {"class_id": 5, "left": 20, "top": 20, 
                     "width": 30, "height": 30} 
        ] 
    }, 
    "bounding-box-attribute-name-metadata": 
    { 
        "objects": 
        [ 
            {"confidence": 0.8}, 
            {"confidence": 0.9}, 
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            {"confidence": 0.9} 
        ], 
        "class-map": 
        { 
            "0": "dog", 
            "5": "bone" 
        }, 
        "type": "groundtruth/object-detection", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256", 
        "job-name": "identify-dogs-and-toys" 
    } 
 }

La salida de un trabajo de ajuste de cuadros delimitadores se parece al siguiente archivo JSON. 
Tenga en cuenta que el archivo JSON original se mantiene intacto y aparecen dos nuevos trabajos, 
cada uno con el prefijo «adjust-» unido al nombre del atributo original.

{ 
    "source-ref": "S3 bucket location", 
    "bounding-box-attribute-name": 
    { 
        "image_size": [{ "width": 500, "height": 400, "depth":3}], 
        "annotations": 
        [ 
            {"class_id": 0, "left": 111, "top": 134, 
                    "width": 61, "height": 128}, 
            {"class_id": 5, "left": 161, "top": 250, 
                     "width": 30, "height": 30}, 
            {"class_id": 5, "left": 20, "top": 20, 
                     "width": 30, "height": 30} 
        ] 
    }, 
    "bounding-box-attribute-name-metadata": 
    { 
        "objects": 
        [ 
            {"confidence": 0.8}, 
            {"confidence": 0.9}, 
            {"confidence": 0.9} 
        ], 
        "class-map": 
        { 
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            "0": "dog", 
            "5": "bone" 
        }, 
        "type": "groundtruth/object-detection", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256", 
        "job-name": "identify-dogs-and-toys" 
    }, 
    "adjusted-bounding-box": 
    { 
        "image_size": [{ "width": 500, "height": 400, "depth":3}], 
        "annotations": 
        [ 
            {"class_id": 0, "left": 110, "top": 135, 
                    "width": 61, "height": 128}, 
            {"class_id": 5, "left": 161, "top": 250, 
                     "width": 30, "height": 30}, 
            {"class_id": 5, "left": 10, "top": 10, 
                     "width": 30, "height": 30} 
        ] 
    }, 
    "adjusted-bounding-box-metadata": 
    { 
        "objects": 
        [ 
            {"confidence": 0.8}, 
            {"confidence": 0.9}, 
            {"confidence": 0.9} 
        ], 
        "class-map": 
        { 
            "0": "dog", 
            "5": "bone" 
        }, 
        "type": "groundtruth/object-detection", 
        "human-annotated": "yes", 
        "creation-date": "2018-11-20T22:18:13.527256", 
        "job-name": "adjust-bounding-boxes-on-dogs-and-toys", 
        "adjustment-status": "adjusted" 
    }
}
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En este resultado, el type del trabajo no cambia, pero se agrega un campo adjustment-status. 
Este campo tiene el valor de adjusted o unadjusted. Si varios trabajadores han revisado el 
objeto y al menos uno ha ajustado la etiqueta, el estado es adjusted.

Reconocimiento de entidades con nombre

A continuación se muestra un ejemplo de archivo de manifiesto de salida de una tarea de etiquetado 
con reconocimiento de entidades con nombre (NER). Para esta tarea, se devuelven siete entities.

En el manifiesto de salida, el objeto JSON, annotations, incluye una lista de las labels
(categorías de etiquetas) que ha proporcionado.

Las respuestas de los trabajadores se encuentran en una lista denominada entities. Cada 
entidad de esta lista es un objeto JSON que contiene un valor label que coincide con uno de la 
lista labels, un valor startOffset entero para el desplazamiento Unicode inicial de la extensión 
etiquetada y un valor endOffset entero para el desplazamiento Unicode final.

Los metadatos tienen una puntuación de confianza independiente para cada entidad. Si un solo 
trabajador ha etiquetado cada objeto de datos, el valor de confianza de cada entidad será cero.

El texto rojo y en cursiva de los ejemplos siguientes depende del etiquetado de las entradas de 
trabajo y las respuestas de los trabajadores.

{ 
    "source": "Amazon SageMaker is a cloud machine-learning platform that was launched 
 in November 2017. SageMaker enables developers to create, train, and deploy machine-
learning (ML) models in the cloud. SageMaker also enables developers to deploy ML 
 models on embedded systems and edge-devices", 
    "ner-labeling-job-attribute-name": { 
        "annotations": { 
            "labels": [ 
                { 
                    "label": "Date", 
                    "shortDisplayName": "dt" 
                }, 
                { 
                    "label": "Verb", 
                    "shortDisplayName": "vb" 
                }, 
                { 
                    "label": "Thing", 
                    "shortDisplayName": "tng" 
                }, 
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                { 
                    "label": "People", 
                    "shortDisplayName": "ppl" 
                } 
            ], 
            "entities": [ 
                { 
                    "label": "Thing", 
                    "startOffset": 22, 
                    "endOffset": 53
                }, 
                { 
                    "label": "Thing", 
                    "startOffset": 269, 
                    "endOffset": 281
                }, 
                { 
                    "label": "Verb", 
                    "startOffset": 63, 
                    "endOffset": 71
                }, 
                { 
                    "label": "Verb", 
                    "startOffset": 228, 
                    "endOffset": 234
                }, 
                { 
                    "label": "Date", 
                    "startOffset": 75, 
                    "endOffset": 88
                }, 
                { 
                    "label": "People", 
                    "startOffset": 108, 
                    "endOffset": 118
                }, 
                { 
                    "label": "People", 
                    "startOffset": 214, 
                    "endOffset": 224
                } 
            ] 
        } 
    }, 
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    "ner-labeling-job-attribute-name-metadata": { 
        "job-name": "labeling-job/example-ner-labeling-job", 
        "type": "groundtruth/text-span", 
        "creation-date": "2020-10-29T00:40:39.398470", 
        "human-annotated": "yes", 
        "entities": [ 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            } 
        ] 
    }
}

Salida de un trabajo de verificación de etiquetas

La salida (archivo de manifiesto de salida) de un trabajo de verificación de cuadros delimitadores 
será diferente a la salida de un trabajo de anotación de cuadros delimitadores. El motivo es que 
los trabajadores tienen un tipo diferente de tarea. No están etiquetando objetos, sino evaluando 
la precisión del etiquetado anterior, valorándolo y proporcionando después su decisión y, 
opcionalmente, algunos comentarios.

Si los trabajadores humanos verifican o ajustan las etiquetas previas de los cuadros delimitadores, 
la salida de un trabajo de verificación tendría el aspecto de este JSON. El texto rojo en cursiva en 
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los ejemplos siguientes depende de las especificaciones del trabajo de etiquetado y de los datos de 
salida.

{ 
    "source-ref":"s3://AWSDOC-EXAMPLE-BUCKET/image_example.png", 
    "bounding-box-attribute-name": 
    { 
        "image_size": [{ "width": 500, "height": 400, "depth":3}], 
        "annotations": 
        [ 
            {"class_id": 0, "left": 111, "top": 134, 
                    "width": 61, "height": 128}, 
            {"class_id": 5, "left": 161, "top": 250, 
                     "width": 30, "height": 30}, 
            {"class_id": 5, "left": 20, "top": 20, 
                     "width": 30, "height": 30} 
        ] 
    }, 
    "bounding-box-attribute-name-metadata": 
    { 
        "objects": 
        [ 
            {"confidence": 0.8}, 
            {"confidence": 0.9}, 
            {"confidence": 0.9} 
        ], 
        "class-map": 
        { 
            "0": "dog", 
            "5": "bone" 
        }, 
        "type": "groundtruth/object-detection", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256", 
        "job-name": "identify-dogs-and-toys" 
    }, 
    "verify-bounding-box-attribute-name":"1", 
    "verify-bounding-box-attribute-name-metadata": 
    { 
        "class-name": "bad", 
        "confidence": 0.93, 
        "type": "groundtruth/label-verification", 
        "job-name": "verify-bounding-boxes", 
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        "human-annotated": "yes", 
        "creation-date": "2018-11-20T22:18:13.527256", 
        "worker-feedback": [ 
            {"comment": "The bounding box on the bird is too wide on the right side."}, 
            {"comment": "The bird on the upper right is not labeled."} 
        ] 
    }
}

Aunque el valor de type en la salida original del cuadro delimitador era groundtruth/object-
detection, el nuevo valor de type será groundtruth/label-verification. Tenga en cuenta 
también que la matriz de worker-feedback proporciona comentarios de los trabajadores. Si el 
trabajador no proporciona comentarios, los campos vacíos se excluirán durante la consolidación.

Salida de trabajos de segmentación semántica

A continuación, se muestra la salida de un trabajo de etiquetado de segmentación semántica. El 
valor de la etiqueta de este trabajo es una referencia a un archivo PNG en un bucket de Amazon S3.

Además de los elementos estándar, los metadatos de la etiqueta incluyen un mapa de color que 
define qué color se ha utilizado para etiquetar la imagen, el nombre de la clase asociada al color 
y la puntuación de confianza de cada color. Para obtener más información, consulte Algoritmo de 
segmentación semántica.

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del trabajo de 
etiquetado y de los datos de salida.

{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_city_image.png", 
    "city-streets-ref": "S3 bucket location", 
    "city-streets-ref-metadata": { 
      "internal-color-map": { 
        "0": { 
           "class-name": "BACKGROUND", 
           "confidence": 0.9, 
           "hex-color": "#ffffff" 
        }, 
        "1": { 
           "class-name": "buildings", 
           "confidence": 0.9, 
           "hex-color": "#2acf59" 
        }, 
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        "2":  { 
           "class-name": "road", 
           "confidence": 0.9, 
           "hex-color": "#f28333" 
       } 
     }, 
     "type": "groundtruth/semantic-segmentation", 
     "human-annotated": "yes", 
     "creation-date": "2018-10-18T22:18:13.527256", 
     "job-name": "label-city-streets", 
     }, 
     "verify-city-streets-ref":"1", 
     "verify-city-streets-ref-metadata": 
     { 
        "class-name": "bad", 
        "confidence": 0.93, 
        "type": "groundtruth/label-verification", 
        "job-name": "verify-city-streets", 
        "human-annotated": "yes", 
        "creation-date": "2018-11-20T22:18:13.527256", 
        "worker-feedback": [ 
            {"comment": "The mask on the leftmost building is assigned the wrong side 
 of the road."}, 
            {"comment": "The curb of the road is not labeled but the instructions say 
 otherwise."} 
        ] 
     }
}

La confianza se puntúa por imagen. Las puntuaciones de confianza son las mismas en todas las 
clases dentro de una imagen.

La salida de un trabajo de ajuste de segmentación semántica debería parecerse al siguiente JSON.

{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_city_image.png", 
    "city-streets-ref": "S3 bucket location", 
    "city-streets-ref-metadata": { 
      "internal-color-map": { 
        "0": { 
           "class-name": "BACKGROUND", 
           "confidence": 0.9, 
           "hex-color": "#ffffff" 
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        }, 
        "1": { 
           "class-name": "buildings", 
           "confidence": 0.9, 
           "hex-color": "#2acf59" 
        }, 
        "2":  { 
           "class-name": "road", 
           "confidence": 0.9, 
           "hex-color": "#f28333" 
       } 
     }, 
     "type": "groundtruth/semantic-segmentation", 
     "human-annotated": "yes", 
     "creation-date": "2018-10-18T22:18:13.527256", 
     "job-name": "label-city-streets", 
     }, 
     "adjusted-city-streets-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_city_image.png", 
     "adjusted-city-streets-ref-metadata": { 
      "internal-color-map": { 
        "0": { 
           "class-name": "BACKGROUND", 
           "confidence": 0.9, 
           "hex-color": "#ffffff" 
        }, 
        "1": { 
           "class-name": "buildings", 
           "confidence": 0.9, 
           "hex-color": "#2acf59" 
        }, 
        "2":  { 
           "class-name": "road", 
           "confidence": 0.9, 
           "hex-color": "#f28333" 
       } 
     }, 
     "type": "groundtruth/semantic-segmentation", 
     "human-annotated": "yes", 
     "creation-date": "2018-11-20T22:18:13.527256", 
     "job-name": "adjust-label-city-streets", 
     }
}
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Salida de detección de objetos en fotogramas de vídeo

El siguiente es el archivo de manifiesto de salida de un trabajo de etiquetado con seguimiento 
de objetos de un fotograma de vídeo. El texto rojo en cursiva en los ejemplos siguientes 
depende de las especificaciones del trabajo de etiquetado y de los datos de salida.

Además de los elementos estándar, los metadatos incluyen un mapa de clase que enumera cada 
clase que tiene al menos una etiqueta en la secuencia. Los metadatos también incluyen job-name, 
que es el nombre que asignó al trabajo de etiquetado. Para las tareas de ajuste, si se modificaron 
uno o más cuadros delimitadores, existe un parámetro adjustment-status en los metadatos de 
los flujos de trabajo de auditoría que se establece como adjusted.

{ 
    "source-ref": "s3://DOC-EXAMPLE-BUCKET/example-path/input-manifest.json", 
    "CarObjectDetection-ref": "s3://AWSDOC-EXAMPLE-BUCKET/output/labeling-job-name/
annotations/consolidated-annotation/output/0/SeqLabel.json", 
    "CarObjectDetection-ref-metadata": { 
        "class-map": { 
            "0": "car", 
            "1": "bus" 
        }, 
        "job-name": "labeling-job/labeling-job-name", 
        "human-annotated": "yes", 
        "creation-date": "2021-09-29T05:50:35.566000", 
        "type": "groundtruth/video-object-detection" 
        }
}

Ground Truth crea un archivo de secuencia de salida para cada secuencia de fotogramas de vídeo 
etiquetada. Cada archivo de secuencia de salida contiene lo siguiente:

• Todas las anotaciones de todos los fotogramas de una secuencia de la lista detection-
annotations de objetos JSON.

• Para cada fotograma que anota un trabajador, el nombre del archivo del fotograma (frame), el 
número (frame-no), una lista de objetos JSON que contienen anotaciones (annotations) y, si 
corresponde, frame-attributes. El nombre de esta lista viene definido por el tipo de tarea que 
utilice: polylines, polygons, keypoints y, para los cuadros delimitadores, annotations.
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Cada objeto JSON contiene información sobre una sola anotación y una etiqueta asociada. En 
la siguiente tabla, se describen los parámetros que verá para cada tipo de tarea de fotograma de 
vídeo.

Tipo de tarea Parámetros

Bounding Box Dimensiones del cuadro: height y width

Ubicación de los píxeles de la esquina 
izquierda de la parte superior del cuadro: top
y left

Punto clave Vértices de puntos clave: { "x": int, 
"y": int }

Polygon (Polígono) Una lista de vértices de polígonos: vertices
Vértices de polígonos: { "x": int, "y": 
int }

Un polígono es una forma cerrada, por lo 
que el primer punto también representará el 
último.

Polyline Una lista de vértices de polilíneas: vertices
Vértices de polilíneas: { "x": int, "y": 
int }

Además de los valores específicos del tipo de tarea, verá lo siguiente en cada objeto JSON:

• Valores de cualquiera de los label-category-attributes que se especificaron para esa 
etiqueta.

• El class-id del cuadro. Use el class-map del archivo de manifiesto de salida para ver a qué 
categoría de etiquetas corresponde este identificador.

El siguiente es un ejemplo de un archivo SeqLabel.json de un trabajo de etiquetado de detección 
de objetos de un fotograma de vídeo de un cuadro delimitador. Este archivo se colocará en
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s3://your-output-bucket/output-prefix/annotations/consolidated-annotation/
output/annotation-number/

{ 
    "detection-annotations": [ 
        { 
            "annotations": [ 
                { 
                    "height": 41, 
                    "width": 53, 
                    "top": 152, 
                    "left": 339, 
                    "class-id": "1", 
                    "label-category-attributes": { 
                        "occluded": "no", 
                        "size": "medium" 
                    } 
                }, 
                { 
                    "height": 24, 
                    "width": 37, 
                    "top": 148, 
                    "left": 183, 
                    "class-id": "0", 
                    "label-category-attributes": { 
                        "occluded": "no", 
                    } 
                } 
            ], 
            "frame-no": 0, 
            "frame": "frame_0000.jpeg",  
            "frame-attributes": {name: value, name: value} 
        }, 
        { 
            "annotations": [ 
                { 
                    "height": 41, 
                    "width": 53, 
                    "top": 152, 
                    "left": 341, 
                    "class-id": "0", 
                    "label-category-attributes": {} 
                }, 
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                { 
                    "height": 24, 
                    "width": 37, 
                    "top": 141, 
                    "left": 177, 
                    "class-id": "0", 
                    "label-category-attributes": { 
                        "occluded": "no", 
                    } 
                } 
            ], 
            "frame-no": 1, 
            "frame": "frame_0001.jpeg", 
            "frame-attributes": {name: value, name: value} 
        } 
    ]
}

Salida de seguimiento de objetos en fotogramas de vídeo

A continuación, tenemos un archivo de manifiesto de salida de un trabajo de etiquetado con 
seguimiento de objetos en fotogramas de vídeo. El texto rojo en cursiva en los ejemplos 
siguientes depende de las especificaciones del trabajo de etiquetado y de los datos de salida.

Además de los elementos estándar, los metadatos incluyen un mapa de clases que enumera cada 
clase que tiene al menos una etiqueta en la secuencia de fotogramas. Los metadatos también 
incluyen job-name, que es el nombre que asignó al trabajo de etiquetado. Para las tareas de ajuste, 
si se modificaron uno o más cuadros delimitadores, existe un parámetro adjustment-status en 
los metadatos de los flujos de trabajo de auditoría que se establece como adjusted.

{ 
    "source-ref": "s3://DOC-EXAMPLE-BUCKET/example-path/input-manifest.json", 
    "CarObjectTracking-ref": "s3://AWSDOC-EXAMPLE-BUCKET/output/labeling-job-name/
annotations/consolidated-annotation/output/0/SeqLabel.json", 
    "CarObjectTracking-ref-metadata": { 
        "class-map": { 
            "0": "car", 
            "1": "bus" 
        }, 
        "job-name": "labeling-job/labeling-job-name", 
        "human-annotated": "yes", 
        "creation-date": "2021-09-29T05:50:35.566000", 
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        "type": "groundtruth/video-object-tracking" 
        } 
 }

Ground Truth crea un archivo de secuencia de salida para cada secuencia de fotogramas de vídeo 
etiquetada. Cada archivo de secuencia de salida contiene lo siguiente:

• Todas las anotaciones de todos los fotogramas de una secuencia de la lista tracking-
annotations de objetos JSON.

• Para cada fotograma anotado por un trabajador, el fotograma (frame), el número (frame-
no), una lista de objetos JSON que contiene anotaciones (annotations) y, si corresponde, 
atributos del fotograma (frame-attributes). El nombre de esta lista viene definido por el tipo 
de tarea que utilice: polylines, polygons, keypoints y, para los cuadros delimitadores,
annotations.

Cada objeto JSON contiene información sobre una sola anotación y una etiqueta asociada. En 
la siguiente tabla, se describen los parámetros que verá para cada tipo de tarea de fotograma de 
vídeo.

Tipo de tarea Parámetros

Bounding Box Dimensiones del cuadro: height y width

Ubicación de los píxeles de la esquina 
izquierda de la parte superior del cuadro: top
y left

Punto clave Vértices de puntos clave: { "x": int, 
"y": int }

Polygon (Polígono) Una lista de vértices de polígonos: vertices
Vértices de polígonos: { "x": int, "y": 
int }

Un polígono es una forma cerrada, por lo 
que el primer punto también representará el 
último.

Polyline Una lista de vértices de polilíneas: vertices
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Tipo de tarea Parámetros

Vértices de polilíneas: { "x": int, "y": 
int }

Además de los valores específicos del tipo de tarea, verá lo siguiente en cada objeto JSON:

• Valores de cualquiera de los label-category-attributes que se especificaron para esa 
etiqueta.

• El class-id del cuadro. Use el class-map del archivo de manifiesto de salida para ver a qué 
categoría de etiquetas corresponde este identificador.

• Y object-id, que identifica una instancia de una etiqueta. Este identificador será el mismo 
en todos los fotogramas si un trabajador identificó la misma instancia de un objeto en varios 
fotogramas. Por ejemplo, si un automóvil aparece en varios fotogramas, todos los cuadros 
delimitadores utilizados para identificar ese automóvil tendrán el mismo object-id.

• El object-name, que es el identificador de instancia de esa anotación.

A continuación, tenemos un ejemplo de un archivo SeqLabel.json de un trabajo de etiquetado con 
seguimiento de objetos de un fotograma de vídeo de cuadro delimitador. Este archivo se colocará en
s3://your-output-bucket/output-prefix/annotations/consolidated-annotation/
output/annotation-number/

{ 
    "tracking-annotations": [ 
        { 
            "annotations": [ 
                { 
                    "height": 36, 
                    "width": 46, 
                    "top": 178, 
                    "left": 315, 
                    "class-id": "0", 
                    "label-category-attributes": { 
                        "occluded": "no" 
                    }, 
                    "object-id": "480dc450-c0ca-11ea-961f-a9b1c5c97972", 
                    "object-name": "car:1" 
                } 
            ], 
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            "frame-no": 0, 
            "frame": "frame_0001.jpeg", 
            "frame-attributes": {} 
        }, 
        { 
            "annotations": [ 
                { 
                    "height": 30, 
                    "width": 47, 
                    "top": 163, 
                    "left": 344, 
                    "class-id": "1", 
                    "label-category-attributes": { 
                        "occluded": "no", 
                        "size": "medium" 
                    }, 
                    "object-id": "98f2b0b0-c0ca-11ea-961f-a9b1c5c97972", 
                    "object-name": "bus:1" 
                }, 
                { 
                    "height": 28, 
                    "width": 33, 
                    "top": 150, 
                    "left": 192, 
                    "class-id": "0", 
                    "label-category-attributes": { 
                        "occluded": "partially" 
                    }, 
                    "object-id": "480dc450-c0ca-11ea-961f-a9b1c5c97972", 
                    "object-name": "car:1" 
                } 
            ], 
            "frame-no": 1, 
            "frame": "frame_0002.jpeg", 
            "frame-attributes": {name: value, name: value} 
        } 
    ]
}

Salida de segmentación semántica de nube de puntos 3D

A continuación, se muestra la salida de un archivo de manifiesto de un trabajo de etiquetado con 
segmentación semántica de nube de puntos 3D.
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Además de los elementos estándar, los metadatos de la etiqueta incluyen un mapa de color que 
define qué color se ha utilizado para etiquetar la imagen, el nombre de la clase asociada al color y 
la puntuación de confianza de cada color. Además, hay un parámetro adjustment-status en los 
metadatos para los flujos de trabajo de auditoría que se establece en adjusted si se ha modificado 
la máscara de color. Si ha añadido uno o más frameAttributes al archivo de configuración 
de categorías de etiquetas, las respuestas de los trabajadores a los atributos del fotograma se 
encuentran en el objeto JSON, dataset-object-attributes.

El parámetro your-label-attribute-ref contiene la ubicación de un archivo comprimido con 
una extensión.zlib. Al descomprimir este archivo, contiene una matriz. Cada índice de la matriz 
corresponde al índice de un punto anotado en la nube de puntos de entrada. El valor de la matriz 
en un índice dado proporciona la clase del punto en el mismo índice de la nube de puntos, según el 
mapa semántico de colores que se encuentra en el parámetro color-map de metadata.

Puede usar un código Python similar al siguiente para descomprimir un archivo .zlib:

import zlib
from array import array

# read the label file
compressed_binary_file = open(zlib_file_path/file.zlib, 'rb').read()

# uncompress the label file
binary_content = zlib.decompress(compressed_binary_file)

# load labels to an array
my_int_array_data = array('B', binary_content);

print(my_int_array_data)

El bloque de código anterior producirá un resultado similar al siguiente. Cada elemento de la 
matriz impresa contiene la clase de un punto en ese índice de la nube de puntos. Por ejemplo,
my_int_array_data[0] = 1 significa que en la nube de puntos de entrada point[0] tiene una 
clase 1. En el siguiente ejemplo del archivo de manifiesto de salida, la clase 0 se corresponde con
"Background", 1 con Car y 2 con Pedestrian.

>> array('B', [1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 
 1, 1, 1, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 2, 2, 2, 2, 2, 2, 2, 2, 2, 2, 2])
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A continuación, se muestra un ejemplo de un archivo de manifiesto de salida de un trabajo de 
etiquetado de nube de puntos 3D con segmentación semántica. El texto rojo en cursiva en los 
ejemplos siguientes depende de las especificaciones del trabajo de etiquetado y de los datos de 
salida.

{ 
   "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/examplefolder/frame1.bin", 
   "source-ref-metadata":{ 
      "format": "binary/xyzi", 
      "unix-timestamp": 1566861644.759115, 
      "ego-vehicle-pose":{...},  
      "prefix": "s3://AWSDOC-EXAMPLE-BUCKET/lidar_singleframe_dataset/prefix", 
      "images": [{...}]  
    }, 
    "lidar-ss-label-attribute-ref": "s3://your-output-bucket/labeling-job-name/
annotations/consolidated-annotation/output/dataset-object-id/filename.zlib", 
    "lidar-ss-label-attribute-ref-metadata": {  
        'color-map': { 
            "0": { 
                "class-name": "Background", 
                "hex-color": "#ffffff", 
                "confidence": 0.00
            }, 
            "1": { 
                "class-name": "Car", 
                "hex-color": "#2ca02c", 
                "confidence": 0.00
            }, 
            "2": { 
                "class-name": "Pedestrian", 
                "hex-color": "#1f77b4", 
                "confidence": 0.00
            }, 
            "3": { 
                "class-name": "Tree", 
                "hex-color": "#ff7f0e", 
                "confidence": 0.00
            } 
        }, 
        'type': 'groundtruth/point_cloud_single_frame_semantic_segmentation',  
        'human-annotated': 'yes', 
        'creation-date': '2019-11-12T01:18:14.271944', 
        'job-name': 'labeling-job-name', 
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        //only present for adjustment audit workflow 
        "adjustment-status": "adjusted", // "adjusted" means the label was adjusted 
        "dataset-object-attributes": {name: value, name: value} 
    }
}

Salida de detección de objetos en nubes de puntos 3D

A continuación se muestra un ejemplo de salida de un trabajo de detección con objetos de nube de 
puntos 3D. Para este tipo de tarea, los datos sobre cuboides 3D se devuelven en el parámetro 3d-
bounding-box, en una lista denominada annotations. En esta lista, cada cuboide 3D se describe 
utilizando la siguiente información.

• Cada clase o categoría de etiqueta que especifique en el manifiesto de entrada está asociada a un
class-id. Utilice el class-map para identificar la clase asociada a cada ID de clase.

• Estas clases se utilizan para dar a cada cuboide 3D un object-name con el formato
<class>:<integer>, donde integer es un número único para identificar dicho cuboide en el 
fotograma.

• center-x, center-y y center-z son las coordenadas del centro del cuboide, en el mismo 
sistema de coordenadas que los datos de entrada de la nube de puntos 3D que se utilizan en el 
trabajo de etiquetado.

• length, width y height describen las dimensiones del cuboide.

• yaw se utiliza para describir la orientación (rumbo) del cuboide en radianes.

Note

yaw está ahora en el sistema cartesiano para diestros. Desde que se añadió esta 
característica el 2 de septiembre de 2022 a las 19:02:17 UTC, puede convertir la medida
yaw en los datos de salida anteriores a esa fecha utilizando lo siguiente (todas las 
unidades están en radianes):

old_yaw_in_output = pi - yaw

• En nuestra definición, +x está a la derecha, +y está hacia adelante y +z está hacia arriba desde el 
plano del suelo. El orden de rotación es x - y - z. roll, pitch y yaw están representados en el 
sistema cartesiano para diestros. En el espacio 3D, roll está a lo largo del eje x, pitch está a 
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lo largo del eje y y yaw está a lo largo del eje z. Los tres giran en sentido contrario a las agujas del 
reloj.

• Si ha incluido atributos de etiqueta en el archivo de manifiesto de entrada para una clase 
determinada, se incluye un parámetro label-category-attributes para todos los cuboides 
para los que los trabajadores seleccionaron atributos de etiqueta.

Si se modificaron uno o más cuboides, hay un parámetro adjustment-status en los metadatos 
para los flujos de trabajo de auditoría que se establece en adjusted. Si ha añadido uno o más
frameAttributes al archivo de configuración de categorías de etiquetas, las respuestas de los 
trabajadores a los atributos del fotograma se encuentran en el objeto JSON, dataset-object-
attributes.

El texto rojo en cursiva en los ejemplos siguientes depende de las especificaciones del 
trabajo de etiquetado y de los datos de salida. Las elipses (...) indican una continuación de esa 
lista, donde pueden aparecer objetos adicionales con el mismo formato que el objeto en curso.

{ 
   "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/examplefolder/frame1.txt", 
   "source-ref-metadata":{ 
      "format": "text/xyzi", 
      "unix-timestamp": 1566861644.759115,  
      "prefix": "s3://AWSDOC-EXAMPLE-BUCKET/lidar_singleframe_dataset/prefix", 
      "ego-vehicle-pose": { 
            "heading": { 
                "qx": -0.02111296123795955, 
                "qy": -0.006495469416730261, 
                "qz": -0.008024565904865688, 
                "qw": 0.9997181192298087
            }, 
            "position": { 
                "x": -2.7161461413869947, 
                "y": 116.25822288149078, 
                "z": 1.8348751887989483
            } 
       }, 
       "images": [ 
            { 
                "fx": 847.7962624528487, 
                "fy": 850.0340893791985, 
                "cx": 576.2129134707038, 
                "cy": 317.2423573573745, 
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                "k1": 0, 
                "k2": 0, 
                "k3": 0, 
                "k4": 0, 
                "p1": 0, 
                "p2": 0, 
                "skew": 0, 
                "unix-timestamp": 1566861644.759115, 
                "image-path": "images/frame_0_camera_0.jpg",  
                "position": { 
                    "x": -2.2722515189268138, 
                    "y": 116.86003310568965, 
                    "z": 1.454614668542299
                }, 
                "heading": { 
                    "qx": 0.7594754093069037, 
                    "qy": 0.02181790885672969, 
                    "qz": -0.02461725233103356, 
                    "qw": -0.6496916273040025
                }, 
                "camera_model": "pinhole" 
            } 
        ] 
    }, 
   "3d-bounding-box":  
    { 
       "annotations": [ 
            { 
                "label-category-attributes": { 
                    "Occlusion": "Partial", 
                    "Type": "Sedan" 
                }, 
                "object-name": "Car:1", 
                "class-id": 0, 
                "center-x": -2.616382013657516, 
                "center-y": 125.04149850484193, 
                "center-z": 0.311272296465834, 
                "length": 2.993000265181146, 
                "width": 1.8355260519692056, 
                "height": 1.3233490884304047, 
                "roll": 0, 
                "pitch": 0, 
                "yaw": 1.6479308313703527
            }, 
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            { 
                "label-category-attributes": { 
                    "Occlusion": "Partial", 
                    "Type": "Sedan" 
                }, 
                "object-name": "Car:2", 
                "class-id": 0, 
                "center-x": -5.188984560617168, 
                "center-y": 99.7954483288783, 
                "center-z": 0.2226435567445657, 
                "length": 4, 
                "width": 2, 
                "height": 2, 
                "roll": 0, 
                "pitch": 0, 
                "yaw": 1.6243170732068055
            } 
        ] 
    }, 
    "3d-bounding-box-metadata": 
    { 
        "objects": [],  
        "class_map":  
        { 
            "0": "Car", 
        }, 
        "type": "groundtruth/point_cloud_object_detection", 
        "human-annotated": "yes",  
        "creation-date": "2018-10-18T22:18:13.527256", 
        "job-name": "identify-3d-objects", 
        "adjustment-status": "adjusted", 
        "dataset-object-attributes": {name: value, name: value} 
    }
}

Salida de seguimiento de objetos en nubes de puntos 3D

A continuación, se muestra un ejemplo de archivo de manifiesto de salida de un trabajo de 
etiquetado con seguimiento de objetos de nubes de puntos 3D. El texto rojo en cursiva en 
los ejemplos siguientes depende de las especificaciones del trabajo de etiquetado y de los datos 
de salida. Las elipses (...) indican una continuación de esa lista, donde pueden aparecer objetos 
adicionales con el mismo formato que el objeto en curso.
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Además de los elementos estándar, los metadatos incluyen un mapa de clase que enumera cada 
clase que tiene al menos una etiqueta en la secuencia. Si se modificaron uno o más cuboides, hay 
un parámetro adjustment-status en los metadatos para los flujos de trabajo de auditoría que se 
establece en adjusted.

{ 
   "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/myfolder/seq1.json", 
    "lidar-label-attribute-ref": "s3://<CustomerOutputLocation>/<labelingJobName>/
annotations/consolidated-annotation/output/<datasetObjectId>/SeqLabel.json", 
    "lidar-label-attribute-ref-metadata": {  
        "objects":  
        [ 
            {    
                "frame-no": 300, 
                "confidence": [] 
            }, 
            { 
                "frame-no": 301, 
                "confidence": [] 
            }, 
             ...
        ],     
        'class-map': {'0': 'Car', '1': 'Person'},  
        'type': 'groundtruth/point_cloud_object_tracking',  
        'human-annotated': 'yes', 
        'creation-date': '2019-11-12T01:18:14.271944', 
        'job-name': 'identify-3d-objects', 
        "adjustment-status": "adjusted"  
    }
}

En el ejemplo anterior, los datos del cuboide para cada fotograma de
seq1.json están en SeqLabel.json en la ubicación de Amazon S3,
s3://<customerOutputLocation>/<labelingJobName>/annotations/consolidated-
annotation/output/<datasetObjectId>/SeqLabel.json. A continuación, se muestra un 
ejemplo de este archivo de secuencia de etiquetas.

Para cada fotograma de la secuencia, verá frame-number, frame-name, si corresponde, frame-
attributes, y una lista de annotations. Esta lista contiene los cuboides 3D que se dibujaron 
para ese fotograma. Cada anotación incluye la siguiente información:
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• Un object-name con el formato <class>:<integer>, donde class identifica la categoría de 
etiqueta y integer es un identificador único en el conjunto de datos.

• Cuando los trabajadores dibujan un cuboide, se asocia con un object-id único que está 
asociado a su vez con todos los cuboides que identifican el mismo objeto en varios fotogramas.

• Cada clase o categoría de etiqueta, especificada en el manifiesto de entrada está asociada a un
class-id. Utilice el class-map para identificar la clase asociada a cada ID de clase.

• center-x, center-y y center-z son las coordenadas del centro del cuboide, en el mismo 
sistema de coordenadas que los datos de entrada de la nube de puntos 3D que se utilizan en el 
trabajo de etiquetado.

• length, width y height describen las dimensiones del cuboide.

• yaw se utiliza para describir la orientación (rumbo) del cuboide en radianes.

Note

yaw está ahora en el sistema cartesiano para diestros. Desde que se añadió esta 
característica el 2 de septiembre de 2022 a las 19:02:17 UTC, puede convertir la medida
yaw en los datos de salida anteriores a esa fecha utilizando lo siguiente (todas las 
unidades están en radianes):

old_yaw_in_output = pi - yaw

• En nuestra definición, +x está a la derecha, +y está hacia adelante y +z está hacia arriba desde el 
plano del suelo. El orden de rotación es x - y - z. roll, pitch y yaw están representados en el 
sistema cartesiano para diestros. En el espacio 3D, roll está a lo largo del eje x, pitch está a 
lo largo del eje y y yaw está a lo largo del eje z. Los tres giran en sentido contrario a las agujas del 
reloj.

• Si ha incluido atributos de etiqueta en el archivo de manifiesto de entrada para una clase 
determinada, se incluye un parámetro label-category-attributes para todos los cuboides 
para los que los trabajadores seleccionaron atributos de etiqueta.

{ 
    "tracking-annotations": [ 
        { 
            "frame-number": 0, 
            "frame-name": "0.txt.pcd", 
            "frame-attributes": {name: value, name: value}, 
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            "annotations": [ 
                { 
                    "label-category-attributes": {}, 
                    "object-name": "Car:4", 
                    "class-id": 0, 
                    "center-x": -2.2906369208300674, 
                    "center-y": 103.73924823843463, 
                    "center-z": 0.37634114027023313, 
                    "length": 4, 
                    "width": 2, 
                    "height": 2, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": 1.5827222214406014, 
                    "object-id": "ae5dc770-a782-11ea-b57d-67c51a0561a1" 
                }, 
                { 
                    "label-category-attributes": { 
                        "Occlusion": "Partial", 
                        "Type": "Sedan" 
                    }, 
                    "object-name": "Car:1", 
                    "class-id": 0, 
                    "center-x": -2.6451293634707413, 
                    "center-y": 124.9534455706848, 
                    "center-z": 0.5020834081743839, 
                    "length": 4, 
                    "width": 2, 
                    "height": 2.080488827301309, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": -1.5963335581398077, 
                    "object-id": "06efb020-a782-11ea-b57d-67c51a0561a1" 
                }, 
                { 
                    "label-category-attributes": { 
                        "Occlusion": "Partial", 
                        "Type": "Sedan" 
                    }, 
                    "object-name": "Car:2", 
                    "class-id": 0, 
                    "center-x": -5.205611313118477, 
                    "center-y": 99.91731932137061, 
                    "center-z": 0.22917217081212138, 
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                    "length": 3.8747142207671956, 
                    "width": 1.9999999999999918, 
                    "height": 2, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": 1.5672228760316775, 
                    "object-id": "26fad020-a782-11ea-b57d-67c51a0561a1" 
                } 
            ] 
        }, 
        { 
            "frame-number": 1, 
            "frame-name": "1.txt.pcd", 
            "frame-attributes": {}, 
            "annotations": [ 
                { 
                    "label-category-attributes": {}, 
                    "object-name": "Car:4", 
                    "class-id": 0, 
                    "center-x": -2.2906369208300674, 
                    "center-y": 103.73924823843463, 
                    "center-z": 0.37634114027023313, 
                    "length": 4, 
                    "width": 2, 
                    "height": 2, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": 1.5827222214406014, 
                    "object-id": "ae5dc770-a782-11ea-b57d-67c51a0561a1" 
                }, 
                { 
                    "label-category-attributes": { 
                        "Occlusion": "Partial", 
                        "Type": "Sedan" 
                    }, 
                    "object-name": "Car:1", 
                    "class-id": 0, 
                    "center-x": -2.6451293634707413, 
                    "center-y": 124.9534455706848, 
                    "center-z": 0.5020834081743839, 
                    "length": 4, 
                    "width": 2, 
                    "height": 2.080488827301309, 
                    "roll": 0, 
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                    "pitch": 0, 
                    "yaw": -1.5963335581398077, 
                    "object-id": "06efb020-a782-11ea-b57d-67c51a0561a1" 
                }, 
                { 
                    "label-category-attributes": { 
                        "Occlusion": "Partial", 
                        "Type": "Sedan" 
                    }, 
                    "object-name": "Car:2", 
                    "class-id": 0, 
                    "center-x": -5.221311072916759, 
                    "center-y": 100.4639841045424, 
                    "center-z": 0.22917217081212138, 
                    "length": 3.8747142207671956, 
                    "width": 1.9999999999999918, 
                    "height": 2, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": 1.5672228760316775, 
                    "object-id": "26fad020-a782-11ea-b57d-67c51a0561a1" 
                } 
            ] 
        }        
    ]
}

Salida de seguimiento de objetos de nubes de puntos 3D-2D

A continuación, se muestra un ejemplo de archivo de manifiesto de salida de un trabajo de 
etiquetado con seguimiento de objetos de nubes de puntos 3D. El texto rojo en cursiva en 
los ejemplos siguientes depende de las especificaciones del trabajo de etiquetado y de los datos 
de salida. Las elipses (...) indican una continuación de esa lista, donde pueden aparecer objetos 
adicionales con el mismo formato que el objeto en curso.

Además de los elementos estándar, los metadatos incluyen un mapa de clase que enumera cada 
clase que tiene al menos una etiqueta en la secuencia. Si se modificaron uno o más cuboides, hay 
un parámetro adjustment-status en los metadatos para los flujos de trabajo de auditoría que se 
establece en adjusted.

{ 
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  "source-ref": "s3://iad-groundtruth-lidar-test-bucket/artifacts/gt-point-cloud-demos/
sequences/seq2.json", 
  "source-ref-metadata": { 
    "json-paths": [ 
      "number-of-frames", 
      "prefix", 
      "frames{frame-no, frame}" 
    ] 
  }, 
  "3D2D-linking-ref": "s3://iad-groundtruth-lidar-test-bucket/xyz/3D2D-linking/
annotations/consolidated-annotation/output/0/SeqLabel.json", 
  "3D2D-linking-ref-metadata": { 
    "objects": [ 
      { 
        "frame-no": 0, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 1, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 2, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 3, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 4, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 5, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 6, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 7, 
        "confidence": [] 
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      }, 
      { 
        "frame-no": 8, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 9, 
        "confidence": [] 
      } 
    ], 
    "class-map": { 
      "0": "Car" 
    }, 
    "type": "groundtruth/point_cloud_object_tracking", 
    "human-annotated": "yes", 
    "creation-date": "2023-01-19T02:55:10.206508", 
    "job-name": "mcm-linking" 
  }, 
  "3D2D-linking-chain-ref": "s3://iad-groundtruth-lidar-test-bucket/xyz/3D2D-linking-
chain/annotations/consolidated-annotation/output/0/SeqLabel.json", 
  "3D2D-linking-chain-ref-metadata": { 
    "objects": [ 
      { 
        "frame-no": 0, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 1, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 2, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 3, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 4, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 5, 
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        "confidence": [] 
      }, 
      { 
        "frame-no": 6, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 7, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 8, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 9, 
        "confidence": [] 
      } 
    ], 
    "class-map": { 
      "0": "Car" 
    }, 
    "type": "groundtruth/point_cloud_object_tracking", 
    "human-annotated": "yes", 
    "creation-date": "2023-01-19T03:29:49.149935", 
    "job-name": "3d2d-linking-chain" 
  }
}

En el ejemplo anterior, los datos del cuboide para cada fotograma de
seq2.json están en SeqLabel.json en la ubicación de Amazon S3,
s3://<customerOutputLocation>/<labelingJobName>/annotations/consolidated-
annotation/output/<datasetObjectId>/SeqLabel.json. A continuación, se muestra un 
ejemplo de este archivo de secuencia de etiquetas.

Para cada fotograma de la secuencia, verá frame-number, frame-name, si corresponde, frame-
attributes, y una lista de annotations. Esta lista contiene los cuboides 3D que se dibujaron 
para ese fotograma. Cada anotación incluye la siguiente información:

• Un object-name con el formato <class>:<integer>, donde class identifica la categoría de 
etiqueta y integer es un identificador único en el conjunto de datos.
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• Cuando los trabajadores dibujan un cuboide, se asocia con un object-id único que está 
asociado a su vez con todos los cuboides que identifican el mismo objeto en varios fotogramas.

• Cada clase o categoría de etiqueta, especificada en el manifiesto de entrada está asociada a un
class-id. Utilice el class-map para identificar la clase asociada a cada ID de clase.

• center-x, center-y y center-z son las coordenadas del centro del cuboide, en el mismo 
sistema de coordenadas que los datos de entrada de la nube de puntos 3D que se utilizan en el 
trabajo de etiquetado.

• length, width y height describen las dimensiones del cuboide.

• yaw se utiliza para describir la orientación (rumbo) del cuboide en radianes.

Note

yaw está ahora en el sistema cartesiano para diestros. Desde que se añadió esta 
característica el 2 de septiembre de 2022 a las 19:02:17 UTC, puede convertir la medida
yaw en los datos de salida anteriores a esa fecha utilizando lo siguiente (todas las 
unidades están en radianes):

old_yaw_in_output = pi - yaw

• En nuestra definición, +x está a la derecha, +y está hacia adelante y +z está hacia arriba desde el 
plano del suelo. El orden de rotación es x - y - z. roll, pitch y yaw están representados en el 
sistema cartesiano para diestros. En el espacio 3D, roll está a lo largo del eje x, pitch está a 
lo largo del eje y y yaw está a lo largo del eje z. Los tres giran en sentido contrario a las agujas del 
reloj.

• Si ha incluido atributos de etiqueta en el archivo de manifiesto de entrada para una clase 
determinada, se incluye un parámetro label-category-attributes para todos los cuboides 
para los que los trabajadores seleccionaron atributos de etiqueta.

{ 
  "lidar": { 
    "tracking-annotations": [ 
      { 
        "frame-number": 0, 
        "frame-name": "0.txt.pcd", 
        "annotations": [ 
          { 
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            "label-category-attributes": { 
              "Type": "Sedan" 
            }, 
            "object-name": "Car:1", 
            "class-id": 0, 
            "center-x": 12.172361721602815, 
            "center-y": 120.23067521992364, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "505b39e0-97a4-11ed-8903-dd5b8b903715" 
          }, 
          { 
            "label-category-attributes": {}, 
            "object-name": "Car:4", 
            "class-id": 0, 
            "center-x": 17.192725195301094, 
            "center-y": 114.55705365827872, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "1afcb670-97a9-11ed-9a84-ff627d099e16" 
          } 
        ], 
        "frame-attributes": {} 
      }, 
      { 
        "frame-number": 1, 
        "frame-name": "1.txt.pcd", 
        "annotations": [ 
          { 
            "label-category-attributes": { 
              "Type": "Sedan" 
            }, 
            "object-name": "Car:1", 
            "class-id": 0, 
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            "center-x": -1.6841480600695489, 
            "center-y": 126.20198882749516, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "505b39e0-97a4-11ed-8903-dd5b8b903715" 
          }, 
          { 
            "label-category-attributes": {}, 
            "object-name": "Car:4", 
            "class-id": 0, 
            "center-x": 17.192725195301094, 
            "center-y": 114.55705365827872, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "1afcb670-97a9-11ed-9a84-ff627d099e16" 
          } 
        ], 
        "frame-attributes": {} 
      }, 
      { 
        "frame-number": 2, 
        "frame-name": "2.txt.pcd", 
        "annotations": [ 
          { 
            "label-category-attributes": { 
              "Type": "Sedan" 
            }, 
            "object-name": "Car:1", 
            "class-id": 0, 
            "center-x": -1.6841480600695489, 
            "center-y": 126.20198882749516, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 

Usar datos de entrada y salida 1781



Amazon SageMaker Guía para desarrolladores

            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "505b39e0-97a4-11ed-8903-dd5b8b903715" 
          }, 
          { 
            "label-category-attributes": {}, 
            "object-name": "Car:4", 
            "class-id": 0, 
            "center-x": 17.192725195301094, 
            "center-y": 114.55705365827872, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "1afcb670-97a9-11ed-9a84-ff627d099e16" 
          } 
        ], 
        "frame-attributes": {} 
      } 
    ] 
  }, 
  "camera-0": { 
    "tracking-annotations": [ 
      { 
        "frame-no": 0, 
        "frame": "0.txt.pcd", 
        "annotations": [ 
          { 
            "label-category-attributes": { 
              "Occlusion": "Partial" 
            }, 
            "object-name": "Car:2", 
            "class-id": 0, 
            "width": 223, 
            "height": 164, 
            "top": 225, 
            "left": 486, 
            "object-id": "5229df60-97a4-11ed-8903-dd5b8b903715" 
          } 
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        ], 
        "frame-attributes": {} 
      }, 
      { 
        "frame-no": 1, 
        "frame": "1.txt.pcd", 
        "annotations": [ 
          { 
            "label-category-attributes": {}, 
            "object-name": "Car:4", 
            "class-id": 0, 
            "width": 252, 
            "height": 246, 
            "top": 237, 
            "left": 473, 
            "object-id": "1afcb670-97a9-11ed-9a84-ff627d099e16" 
          } 
        ], 
        "frame-attributes": {} 
      } 
    ] 
  }
}

El cuboide y el cuadro delimitador de un objeto están enlazados mediante un identificador de objeto 
común.

Etiquetado de datos mejorado

Amazon SageMaker Ground Truth administra el envío de los objetos de datos a los trabajadores para 
su etiquetado. Etiquetar cada objeto de datos es una tarea. Los trabajadores completan cada tarea 
hasta completar todo el trabajo de etiquetado. Ground Truth divide el número total de tareas en lotes
más pequeños que se envían a los trabajadores. Se envía un nuevo lote a los trabajadores cuando el 
anterior ha finalizado.

Ground Truth cuenta con dos características que le ayudan a mejorar la precisión de las etiquetas de 
datos y a reducir el costo total del etiquetado de los datos:

• La consolidación de anotaciones ayuda a mejorar la precisión de las etiquetas de objetos de datos. 
Combina los resultados de las tareas de anotación de varios trabajadores en una etiqueta de alta 
fidelidad.
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• El etiquetado de datos automatizado utiliza funciones de machine learning para etiquetar partes de 
los datos de forma automática sin tener que enviarlos a trabajadores reales.

Temas

• Controlar el flujo de objetos de datos enviados a los trabajadores

• Consolidar anotaciones

• Automatizar el etiquetado de datos

• Encadenar trabajos de etiquetado

Controlar el flujo de objetos de datos enviados a los trabajadores

Según el tipo de trabajo de etiquetado que cree, Amazon SageMaker Ground Truth envía los objetos 
de datos a los trabajadores por lotes o en streaming. Puede controlar el flujo de objetos de datos a 
los trabajadores de la siguiente forma:

• Para ambos tipos de trabajos de etiquetado, puede utilizar MaxConcurrentTaskCount para 
controlar el número total de objetos de datos disponibles para todos los trabajadores en un 
momento dado en el que se esté ejecutando el trabajo de etiquetado.

• Para transmitir en streaming los trabajos de etiquetado, puede controlar el flujo de objetos de datos 
a los trabajadores supervisando y controlando el número de objetos de datos enviados al Amazon 
SQS asociado a su trabajo de etiquetado.

Utilice las siguientes secciones para obtener más información sobre estas opciones. Para obtener 
más información sobre la transmisión en streaming de trabajos de etiquetado, consulte Trabajos de 
etiquetado en streaming de Ground Truth.

Temas

• Utilice MaxConcurrentTaskCount para controlar el flujo de objetos de datos

• Utilice Amazon SQS para controlar el flujo de objetos de datos para la transmisión en streaming de 
trabajos de etiquetado

Utilice MaxConcurrentTaskCount para controlar el flujo de objetos de datos

MaxConcurrentTaskCount define el número máximo de objetos de datos que los trabajadores 
humanos pueden etiquetar al mismo tiempo. Si utiliza la consola, este parámetro se establece en 
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1000. Si lo utiliza CreateLabelingJob, puede establecer este parámetro en cualquier número 
entero entre 1 y 1000, ambos inclusive.

Al iniciar un trabajo de etiquetado con un archivo de manifiesto de entrada, Ground Truth hace lo 
siguiente:

1. Para cada objeto de datos que aparece en el archivo de manifiesto de entrada se crean una o 
más tareas, según el valor que especifique para NumberOfHumanWorkersPerDataObject. 
Por ejemplo, si establece el número de trabajadores por objeto de datos en 3, se crearán 3 tareas 
para cada objeto del conjunto de datos. Para marcar el objeto como correctamente etiquetado, al 
menos un trabajador debe etiquetarlo. Como alternativa, las tareas pueden caducar o rechazarse.

2. Si utiliza el personal de Mechanical Turk, Ground Truth envía primero un lote de 10 objetos de 
conjunto de datos a sus trabajadores. Utiliza este pequeño lote para configurar el trabajo de 
etiquetado y para asegurarse de que el trabajo esté configurado correctamente.

3. A continuación, Ground Truth envía el número MaxConcurrentTaskCount de objetos del 
conjunto de datos a los trabajadores. Por ejemplo, si tiene 2000 objetos de datos de entrada en el 
archivo de manifiesto de entrada y ha establecido el número de trabajadores por objeto de datos 
en 3 y establecido MaxConcurrentTaskCount en 900, los primeros 900 objetos de datos de su 
manifiesto de entrada se envían a los trabajadores, lo que corresponde a 2700 tareas (900 x 3). 
Este es el primer conjunto de objetos de tamaño completo que se envía a los trabajadores.

4. Lo que ocurre a continuación depende del tipo de trabajo de etiquetado que cree. En este paso, 
se supone que uno o más objetos del conjunto de datos del archivo de manifiesto de entrada o 
enviados mediante un origen de datos de entrada de Amazon SNS (en un trabajo de etiquetado 
en streaming) no se han incluido en el conjunto enviado a los trabajadores en el paso 3.

• Trabajo de etiquetado en streaming: siempre que el número total de objetos disponibles 
para los trabajadores sea igual a MaxConcurrentTaskCount, todos los objetos del 
conjunto de datos restantes en el archivo de manifiesto de entrada y que envía en tiempo real 
mediante Amazon SNS se colocarán en una cola de Amazon SQS. Cuando el número total de 
objetos disponibles para los trabajadores sea inferior a MaxConcurrentTaskCount menos
NumberOfHumanWorkersPerDataObject, se utilizará un nuevo objeto de datos de la cola 
para crear NumberOfHumanWorkersPerDataObject tareas, que se envían a los trabajadores 
en tiempo real.

• Trabajo de etiquetado sin streaming: a medida que los trabajadores terminen de etiquetar un 
conjunto de objetos, se enviarán NumberOfHumanWorkersPerDataObject veces el número
MaxConcurrentTaskCount de tareas nuevas a los trabajadores. Este proceso se repite hasta 
que se etiqueten todos los objetos de datos del archivo de manifiesto de entrada.
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Utilice Amazon SQS para controlar el flujo de objetos de datos para la transmisión en streaming de 
trabajos de etiquetado

Cuando crea un trabajo de etiquetado en streaming, se crea automáticamente una cola de Amazon 
SQS en su cuenta. Los objetos de datos solo se añaden a la cola de Amazon SQS cuando el número 
total de objetos enviados a los trabajadores es superior a MaxConcurrentTaskCount. De lo 
contrario, los objetos se envían directamente a los trabajadores.

Puede utilizar esta cola para gestionar el flujo de objetos de datos al trabajo de etiquetado. Para 
obtener más información, consulte Administre las solicitudes de etiquetado con una cola de Amazon 
SQS .

Consolidar anotaciones

Una anotación es el resultado de la tarea de etiquetado de un trabajador. La consolidación de 
anotaciones combina las anotaciones de dos o varios trabajadores en una sola etiqueta de los 
objetos de datos. Las etiquetas, que se asignan a cada objeto del conjunto de datos, son una 
estimación probabilística de cuál debe ser la verdadera etiqueta. Cada objeto del conjunto de datos 
normalmente tiene varias anotaciones, pero solo tiene una etiqueta o un conjunto de etiquetas.

Usted decide cuántos trabajadores anotan cada uno de los objetos del conjunto de datos. El uso 
de más trabajadores puede aumentar la precisión de las etiquetas, pero también el costo del 
etiquetado. Para obtener más información sobre precios de Ground Truth, consulte Precios de 
Amazon SageMaker Ground Truth.

Si utiliza la consola de Amazon SageMaker para crear un trabajo de etiquetado, a continuación se 
muestran los valores predeterminados para el número de trabajadores que pueden anotar objetos:

• Clasificación de texto: 3 trabajadores

• Clasificación de imágenes: 3 trabajadores

• Cuadros delimitadores: 5 trabajadores

• Segmentación semántica: 3 trabajadores

• Reconocimiento de entidades con nombre: 3 trabajadores

Cuando se utiliza la operación CreateLabelingJob, el número de trabajadores 
que van a comentar cada objeto de datos se establece con el parámetro
NumberOfHumanWorkersPerDataObject. Si desea anular el número predeterminado 
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de trabajadores que van a comentar un objeto de datos, utilice la consola o la operación
CreateLabelingJob.

Ground Truth proporciona una función de consolidación de anotaciones para cada una de sus 
tareas de etiquetado predefinidas: cuadro delimitador, clasificación de imágenes, reconocimiento de 
entidades de nombres, segmentación semántica y clasificación de texto. Estas son las funciones:

• La consolidación de anotaciones de varias clases para la clasificación de textos e imágenes aplica 
una variante del enfoque de maximización de expectativas a las anotaciones. Estima parámetros 
para cada trabajador y utiliza la inferencia bayesiana para calcular la verdadera clase en función 
de los anotaciones de clase de trabajadores individuales.

• La anotación de cuadros delimitadores consolida los cuadros delimitadores de varios trabajadores. 
Esta función busca los cuadros más parecidos de diferentes trabajadores en función del índice 
Jaccard (o la intersección sobre la unión) de los cuadros y calcula su promedio.

• La consolidación de anotaciones de segmentación semántica trata cada píxel en una sola 
imagen como una clasificación de varias clases. Esta función trata las anotaciones de píxeles de 
trabajadores como "votos", con más información de los píxeles circundantes incorporada mediante 
la aplicación de una función de suavizado a la imagen.

• El reconocimiento de la entidad denominada agrupa las selecciones de texto por similitud de 
Jaccard y calcula los límites de selección en función del modo, o de la media si este no está claro. 
La etiqueta se resuelve como la etiqueta de entidad más asignada en el clúster, rompiendo los 
vínculos mediante una selección aleatoria.

Puede utilizar otros algoritmos para consolidar anotaciones. Para obtener información, consulte
Crear una función de consolidación de anotaciones propia.

Crear una función de consolidación de anotaciones propia

Si lo desea, puede utilizar su propia función de consolidación de anotaciones para determinar 
las etiquetas finales de los objetos etiquetados. Hay muchos enfoques posibles para escribir 
una función, y el enfoque que elija dependerá de la naturaleza de las anotaciones que se van a 
consolidar. En general, las funciones de consolidación tienen en cuenta las anotaciones de los 
trabajadores, miden la similitud entre ellas y luego utilizan alguna forma de evaluación probabilística 
para determinar cuál debe ser la etiqueta más probable.

Si desea utilizar otros algoritmos para crear funciones de consolidación de anotaciones, puede 
buscar las respuestas de los trabajadores en la carpeta de [project-name]/annotations/
worker-response del bucket de Amazon S3 donde se envía la salida del trabajo.
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Evaluar la similitud

Para evaluar la similitud entre etiquetas, puede seguir una de las siguientes estrategias o puede 
utilizar otra que se adapte a sus necesidades de etiquetado de datos:

• Para espacios de etiquetas que se componen de categorías discretas que se excluyen 
mutuamente, como, por ejemplo, la clasificación de varias clases, la evaluación de la similitud 
puede ser sencilla. Las etiquetas discretas coinciden o no coinciden.

• Para los espacios de etiquetas que no tienen valores discretos, como, por ejemplo, las anotaciones 
de cuadros delimitadores, busque una amplia medida de similitud. En el caso de los cuadros 
delimitadores, una de dichas medidas es el índice Jaccard. Este índice mide la proporción de 
la intersección de dos cuadros con la unión de los cuadros para evaluar su grado de similitud. 
Por ejemplo, si hay tres anotaciones, puede haber una función que determine qué anotaciones 
representan el mismo objeto y deben consolidarse.

Evaluar la etiqueta más probable

Teniendo en cuenta una de las estrategias detalladas en las secciones anteriores, realice algún tipo 
de juicio probabilístico sobre cuál debería ser la etiqueta consolidada. En el caso de las categorías 
discretas mutuamente excluyentes, esto puede resultar sencillo. Una de las formas más frecuentes 
de hacerlo consiste en tomar los resultados de una votación mayoritaria entre las anotaciones. De 
esta forma se sopesan las anotaciones por igual.

Algunos enfoques intentan calcular la precisión de diferentes anotadores y sopesar sus anotaciones 
en proporción con la probabilidad de exactitud. Un ejemplo sería el método de maximización de 
expectativas, que se utiliza en la función de consolidación de Ground Truth predeterminada para 
anotaciones de varias clases.

Para obtener más información acerca de cómo crear una función de consolidación de anotaciones, 
consulte Paso 3: Procesamiento con AWS Lambda.

Automatizar el etiquetado de datos

Si lo desea, Amazon SageMaker Ground Truth puede utilizar el aprendizaje activo para automatizar 
el etiquetado de los datos de entrada para determinados tipos de tareas integradas. El aprendizaje 
activo es una técnica de machine learning que identifica los datos que los trabajadores deben 
etiquetar. En Ground Truth, esta funcionalidad se denomina etiquetado de datos automatizado. El 
etiquetado de datos automatizado permite reducir los costos y el tiempo necesarios para etiquetar el 
conjunto de datos en comparación a cuando esta tarea la realizan exclusivamente humanos. Cuando 
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se utiliza el etiquetado automatizado, se generan costos de inferencia y costos de entrenamiento en 
SageMaker.

Es recomendable utilizar el etiquetado de datos automatizado en conjuntos de datos grandes, ya que 
las redes neuronales que se utilizan con el aprendizaje activo requieren una cantidad significativa 
de datos en cada nuevo conjunto de datos. Normalmente, a medida que se proporcionan más 
datos, aumenta la probabilidad de obtener predicciones con una elevada precisión. Los datos 
solo se etiquetarán automáticamente si la red neuronal que se utiliza en el modelo de etiquetado 
automático puede lograr un nivel de precisión aceptablemente alto. Por lo tanto, en conjuntos de 
datos más grandes, la probabilidad de que los datos se etiqueten automáticamente es mayor, 
ya que la red neuronal puede lograr una precisión lo suficientemente alta. El etiquetado de datos 
automatizado resulta más apropiado cuando se tienen miles de objetos de datos. El número mínimo 
de objetos permitidos para el etiquetado de datos automatizado es de 1250, pero recomendamos 
encarecidamente proporcionar un mínimo de 5000 objetos.

El etiquetado de datos automatizado solo está disponible para los siguientes tipos de tareas 
integradas en Ground Truth:

• Clasificación de imágenes (etiqueta única)

• Segmentación semántica de imágenes

• Detección de objetos (Cuadro delimitador)

• Clasificación de texto (etiqueta única)

Los trabajos de etiquetado en streaming no admiten etiquetado de datos automatizado.

Para aprender a crear un flujo de trabajo de aprendizaje activo personalizado utiilizando su propio 
modelo, consulte Configurar un flujo de trabajo de aprendizaje activo con su propio modelo.

Las cuotas de datos de entrada se aplican a los trabajos de etiquetado automatizados. Consulte
Cuotas de datos de entrada para obtener información sobre el tamaño del conjunto de datos, el 
tamaño de los datos de entrada y los límites de resolución.

Note

Antes de utilizar el modelo de etiquetado automático en producción, debe realizar ajustes, 
pruebas o ambas cosas. Puede ajustar el modelo del conjunto de datos generado por el 
trabajo de etiquetado (o crear y ajustar otro modelo supervisado que elija) para optimizar 
la arquitectura y los hiperparámetros del modelo. Si decide utilizar el modelo para realizar 
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inferencias sin ajustarlo, le recomendamos encarecidamente que se asegure de evaluar 
su precisión en un subconjunto representativo del conjunto de datos (por ejemplo, un 
subconjunto seleccionado aleatoriamente) etiquetado con Ground Truth para confirmar que 
se ajusta a sus expectativas.

Funcionamiento

El etiquetado de datos automatizado se habilita cuando se crea un trabajo de etiquetado. Así es 
como funciona:

1. Cuando Ground Truth inicia un trabajo de etiquetado de datos automatizado, selecciona una 
muestra aleatoria de objetos de datos de entrada y los envía a trabajadores humanos. Si más del 
10 % de estos objetos de datos producen error, el trabajo de etiquetado fallará. Si el trabajo de 
etiquetado falla, además de revisar los mensajes de error que devuelva Ground Truth, compruebe 
que los datos de entrada se muestran correctamente en la interfaz de usuario del trabajador, que 
las instrucciones son claras y que ha dado a los trabajadores tiempo suficiente para completar las 
tareas.

2. Cuando se devuelven los datos etiquetados, se utilizan para crear un conjunto de entrenamiento y 
un conjunto de validación. Ground Truth utiliza estos conjuntos de datos para entrenar y validar el 
modelo utilizado para etiquetado automático.

3. Ground Truth ejecuta un trabajo de transformación por lotes utilizando el modelo validado para 
inferencia en los datos de validación. La inferencia por lotes produce una puntuación de confianza 
y una métrica de calidad para cada objeto de los datos de validación.

4. El componente de etiquetado automático utilizará estas métricas de calidad y estas puntuaciones 
de confianza para crear un umbral de puntuación de confianza que garantice etiquetas de calidad.

5. Ground Truth ejecuta un trabajo de transformación por lotes en los datos sin etiquetar del conjunto 
de datos utilizando el mismo modelo que se validó para la inferencia. De este modo, se genera 
una puntuación de confianza para cada objeto.

6. El componente de etiquetado automático de Ground Truth determina si la puntuación de confianza 
generada en el paso 5 para cada objeto cumple el umbral requerido que se determinó en el 
paso 4. Si la puntuación de confianza satisface este umbral, la calidad esperada del etiquetado 
automático excede el nivel de precisión solicitado y se considera que ese objeto se etiquetó 
automáticamente.
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7. El paso 6 produce un conjunto de datos sin etiquetar con puntuaciones de confianza. Ground 
Truth selecciona puntos de datos con puntuaciones de confianza bajas de este conjunto de datos 
y los envía a trabajadores humanos.

8. Ground Truth utiliza los datos existentes etiquetados por humanos y estos datos adicionales 
etiquetados procedentes de trabajadores humanos para actualizar el modelo.

9. El proceso se repite hasta que el conjunto de datos está completamente etiquetado o hasta que 
se cumple otra condición de detención. Por ejemplo, el etiquetado automático se detiene si se 
alcanza el presupuesto asignado a la anotación por humanos.

Los pasos anteriores se realizan en iteraciones. Seleccione cada pestaña de la tabla siguiente para 
ver un ejemplo de los procesos que se producen en cada iteración para un trabajo de etiquetado 
automatizado de detección de objetos. El número de objetos de datos utilizados en un paso 
determinado en estas imágenes (por ejemplo, 200) es específico de este ejemplo. Si hay menos de 
5000 objetos para etiquetar, el tamaño del conjunto de validación es el 20 % de todo el conjunto de 
datos. Si hay menos de 5000 objetos en el conjunto de datos de entrada, el tamaño del conjunto de 
validación es el 10 % de todo el conjunto de datos. Puede controlar el número de etiquetas humanas 
recopiladas por iteración de aprendizaje activo cambiando el valor de MaxConcurrentTaskCount
cuando se utiliza la operación de la API CreateLabelingJob. Este valor se establece en 1000 al 
crear un trabajo de etiquetado mediante la consola. En el flujo de aprendizaje activo que se muestra 
en la pestaña Aprendizaje activo, este valor se establece en 200.
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Model Training
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Automated Labeling

Active Learning
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Precisión de las etiquetas automatizadas

La definición de precisión depende del tipo de tarea integrada que utiliza con etiquetado 
automatizado. Para todos los tipos de tareas, Ground Truth predetermina estos requisitos de 
precisión, que no se pueden configurar manualmente.

• Para clasificación de imágenes y clasificación de textos, Ground Truth utiliza la lógica para buscar 
un nivel de confianza en la predicción de etiquetas que corresponda a una precisión mínima 
de etiquetas del 95 %. Esto significa que Ground Truth espera que la precisión de las etiquetas 
automatizadas sea como mínimo del 95 % en comparación con las etiquetas que proporcionarían 
los etiquetadores humanos para esos ejemplos.

• Para los cuadros delimitadores, la intersección sobre la unión (IoU) media esperada de las 
imágenes etiquetadas automáticamente es 0,6. Para hallar la IoU media, Ground Truth calcula 
la IoU media de todos los cuadros previstos y omitidos en la imagen para cada clase y, a 
continuación, calcula el promedio de estos valores entre las clases.

• Para segmentación semántica, la IoU media esperada de las imágenes etiquetadas 
automáticamente es 0,7. Para hallar la IoU media, Ground Truth toma la media de los valores de 
IoU de todas las clases de la imagen (excluido el fondo).

En cada iteración de aprendizaje activo (pasos 3-6 de la lista anterior), el umbral de confianza se 
encuentra utilizando el conjunto de validación anotado por humanos, de modo que la precisión 
esperada de los objetos etiquetados automáticamente satisfaga determinados requisitos de precisión 
predefinidos.

Crear un trabajo de etiquetado de datos automatizado (consola)

Para crear un trabajo de etiquetado que utilice etiquetado automatizado en la consola de SageMaker, 
utilice el siguiente procedimiento.

Para crear un trabajo de etiquetado de datos automatizado (consola)

1. Abra la sección de trabajos de etiquetado de Ground Truth de la consola de SageMaker: https:// 
console.aws.amazon.com/sagemaker/groundtruth.

2. Utilizando Crear un trabajo de etiquetado (consola) como guía, complete las secciones
Descripción general del trabajo y Tipo de tarea. Tenga en cuenta que el etiquetado automático 
no es compatible con los tipos de tareas personalizados.

3. En Empleados, elija el tipo de trabajadores.

4. En la misma sección, elija Etiquetado automatizado de datos.
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5. Utilizando Paso 4: Configurar la herramienta de cuadro delimitador como guía, cree 
instrucciones de trabajo en la sección Herramienta de etiquetado Tipo de tarea. Por 
ejemplo, si eligió Segmentación semántica como tipo de trabajo de etiquetado, esta sección se 
llama Herramienta de etiquetado para segmentación semántica.

6. Para obtener una vista previa de las instrucciones de trabajo y del panel, elija Vista previa.

7. Seleccione Crear. Se creará e iniciará el trabajo de etiquetado y el proceso de etiquetado 
automático.

Verá que el trabajo de etiquetado aparece en la sección Trabajos de etiquetado de la consola de 
SageMaker. Los datos de salida aparecen en el bucket de Amazon S3 que especificó al crear el 
trabajo de etiquetado. Para obtener más información sobre el formato y la estructura de archivos de 
los datos de salida de un trabajo de etiquetado, consulte Datos de salida.

Crear un trabajo de etiquetado de datos automatizado (API)

Para crear un trabajo de etiquetado de datos automatizado con la API de SageMaker, utilice 
el parámetro LabelingJobAlgorithmsConfig de la operación CreateLabelingJob. 
Para obtener información sobre cómo iniciar un trabajo de etiquetado mediante la operación
CreateLabelingJob, consulte Crear un trabajo de etiquetado (API).

Especifique el nombre de recurso de Amazon (ARN) del algoritmo que va a utilizar con el etiquetado 
de datos automatizado en el parámetro LabelingJobAlgorithmSpecificationArn. Elija uno de los cuatro 
algoritmos integrados en Ground Truth que son compatibles con el etiquetado automatizado:

• Clasificación de imágenes (etiqueta única)

• Segmentación semántica de imágenes

• Detección de objetos (Cuadro delimitador)

• Clasificación de texto (etiqueta única)

Cuando un trabajo de etiquetado de datos automatizado finaliza, Ground Truth devuelve el ARN 
del modelo que utilizó para este trabajo. Utilice este modelo como modelo inicial para realizar tipos 
de trabajo de etiquetado automático similares proporcionando el ARN, en formato de cadena, en el 
parámetro InitialActiveLearningModelArn. Para recuperar el ARN del modelo, utilice un comando de 
AWS Command Line Interface (AWS CLI) similar al siguiente.

# Fetch the mARN of the model trained in the final iteration of the previous labeling 
 job.Ground Truth
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pretrained_model_arn = sagemaker_client.describe_labeling_job(LabelingJobName=job_name)
['LabelingJobOutput']['FinalActiveLearningModelArn']

Para cifrar los datos del volumen de almacenamiento asociado a las instancias de proceso 
de machine learning que se utilizan con el etiquetado automatizado, incluya una clave AWS 
Key Management Service (AWS KMS) en el parámetro VolumeKmsKeyId. Para obtener más 
información sobre las claves de AWS KMS , consulte ¿Qué es AWS Key Management Service? en la
Guía para desarrolladores de AWS Key Management Service.

Si desea ver un ejemplo en el que se utiliza la operación CreateLabelingJob para crear un 
trabajo de etiquetado de datos automatizado, consulte el ejemplo object_detection_tutorial que se 
encuentra en la sección Ejemplos de SageMaker, Trabajos de etiquetado de Ground Truth de la 
instancia de bloc de notas de SageMaker. Para obtener información acerca de cómo crear y abrir 
una instancia de bloc de notas, consulte Creación de una instancia del cuaderno. Para obtener 
información acerca de cómo acceder a los blocs de notas de ejemplo de SageMaker, consulte
Ejemplo de cuadernos.

Instancias de Amazon EC2 necesarias para el etiquetado de datos automatizado

En la siguiente tabla se muestran las instancias de Amazon Elastic Compute Cloud (Amazon EC2) 
que necesita para ejecutar el etiquetado de datos automatizado en trabajos de entrenamiento e 
inferencia por lotes.

Tipo de trabajo de etiquetado 
de datos automatizado

Tipo de instancia de entrenami 
ento

Tipo de instancia de inferencia

Clasificación de imágenes ml.p3.2xlarge* ml.c5.xlarge

Detección de objetos (cuadro 
delimitador)

ml.p3.2xlarge* ml.c5.4xlarge

Clasificación de textos ml.c5.2xlarge ml.m4.xlarge

Segmentación semántica ml.p3.2xlarge* ml.p3.2xlarge*

* En la región Asia-Pacífico (Bombay) (ap-south-1), utilice ml.p2.8xlarge en su lugar.

Ground Truth administra las instancias que se utilizan para trabajos de etiquetado de datos 
automatizados. Este servicio crea, configura y termina las instancias según sea necesario para 
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realizar el trabajo. Estas instancias no aparecen en el panel de control de instancias de Amazon 
EC2.

Configurar un flujo de trabajo de aprendizaje activo con su propio modelo

Puede crear un flujo de trabajo de aprendizaje activo con su propio algoritmo para ejecutar el 
entrenamiento y las inferencias en ese flujo de trabajo y etiquetar automáticamente sus datos. El 
bloc de notas bring_your_own_model_for_sagemaker_labeling_workflows_with_active_learning.ipynb 
muestra esta operación con el algoritmo integrado de SageMaker, BlazingText. Este bloc de notas 
proporciona una pila AWS CloudFormation que puede utilizar para ejecutar este flujo de trabajo 
utilizando AWS Step Functions. Encontrará el cuaderno y los archivos auxiliares en este repositorio 
de GitHub.

También encontrará este bloc de notas en el repositorio de ejemplos de SageMaker. Consulte Utilizar 
cuadernos de ejemplo para aprender a buscar un ejemplo de bloc de notas de Amazon SageMaker.

Encadenar trabajos de etiquetado

Amazon SageMaker Ground Truth puede reutilizar conjuntos de trabajos anteriores de dos formas 
diferentes: clonándolos o encadenándolos.

La clonación copia la configuración de un trabajo de etiquetado anterior y permite realizar cambios 
adicionales antes de ponerla en funcionamiento.

El encadenamiento no solo utiliza la configuración de un trabajo anterior, sino también sus 
resultados. Esto permite continuar un trabajo incompleto y añadir etiquetas u objetos de datos a un 
trabajo completado. La operación de encadenamiento es más compleja.

Para el procesamiento de datos:

• La clonación utiliza el manifiesto de entrada del trabajo anterior (con modificaciones opcionales) 
como manifiesto de entrada del trabajo.

• El encadenamiento utiliza el manifiesto de salida del trabajo anterior como manifiesto de entrada 
del nuevo trabajo.

El encadenamiento resulta útil cuando necesita:

• Continuar un trabajo de etiquetado que se ha detenido manualmente.
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• Continuar un trabajo de etiquetado que registró errores en mitad del trabajo, después de solucionar 
los problemas.

• Cambiar a un etiquetado de datos automatizado después de etiquetar manualmente parte de un 
trabajo (o a la inversa).

• Añadir más objetos de datos a un trabajo completado y comenzar el trabajo desde ahí.

• Añadir otra anotación a un trabajo completado. Por ejemplo, este es el caso si tiene una colección 
de frases etiquetadas por tema y luego quiere volver a ejecutar el conjunto, clasificando las frases 
por audiencia implícita del tema.

En Amazon SageMaker Ground Truth puede configurar un trabajo de etiquetado encadenado a 
través de la consola o de la API.

Términos clave: nombre de atributo de etiqueta

El nombre de atributo de etiqueta (LabelAttributeName en la API) es una cadena que se utiliza 
como clave del par clave-valor formado con la etiqueta que un trabajador asigna al objeto de datos.

El nombre del atributo de etiqueta debe ajustarse a las siguientes reglas:

• No puede terminar en -metadata.

• Los nombres source y source-ref están reservados y no se pueden usar.

• Los trabajos de etiquetado de segmentación semántica deben terminar por -ref. Los demás 
trabajos de etiquetado no pueden terminar por -ref. Si utiliza la consola para crear el trabajo, 
Amazon SageMaker Ground Truth anexa -ref automáticamente a todos los nombres de atributos 
de etiqueta, excepto a los trabajos de segmentación semántica.

• En los trabajos de etiquetado encadenados, cuando utilice el mismo nombre de atributo de 
etiqueta del trabajo de origen y configure el trabajo encadenado para que use el etiquetado 
automático, si en algún momento ha estado en modo de etiquetado automático, Ground Truth 
utilizará el modelo del trabajo de origen.

En un manifiesto de salida, el nombre del atributo de etiqueta es similar al siguiente.

  "source-ref": "<S3 URI>", 
  "<label attribute name>": { 
    "annotations": [{ 
      "class_id": 0, 
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      "width": 99, 
      "top": 87, 
      "height": 62, 
      "left": 175 
    }], 
    "image_size": [{ 
      "width": 344, 
      "depth": 3, 
      "height": 234 
    }] 
  }, 
  "<label attribute name>-metadata": { 
    "job-name": "<job name>", 
    "class-map": { 
      "0": "<label attribute name>" 
    }, 
    "human-annotated": "yes", 
    "objects": [{ 
      "confidence": 0.09 
    }], 
    "creation-date": "<timestamp>", 
    "type": "groundtruth/object-detection" 
  }

Si está creando un trabajo en la consola y no establece explícitamente el valor del nombre del 
atributo de etiqueta, Ground Truth utilizará el nombre del trabajo como atributo del nombre de 
etiqueta de ese trabajo.

Iniciar un trabajo encadenado (consola)

Elija un trabajo de etiquetado que se haya detenido, tenga un error o esté completado en la lista de 
trabajos existentes. Esto habilita el menú Acciones.

En el menú Acciones, seleccione Encadenar.

Panel de información general de trabajos

En el panel Información general del trabajo se configura un nuevo Nombre del trabajo en función del 
título del trabajo desde el que encadena este trabajo. Puede cambiarlo.

También puede especificar un nombre de atributo de etiqueta diferente del nombre del trabajo de 
etiquetado.
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Si encadena a partir de un trabajo completado, el nombre de atributo de etiqueta utiliza el nombre del 
nuevo trabajo que está configurando. Para cambiar el nombre, seleccione la casilla de verificación.

Si encadena a partir de un trabajo que se ha detenido o con errores, el nombre de atributo de 
etiqueta utiliza el nombre del trabajo desde el que está encadenando. Resulta fácil ver y editar el 
valor porque la casilla de verificación del nombre está seleccionada.

Consideraciones sobre los nombres de etiquetas de atributos

• El valor predeterminado utiliza el nombre de atributo de etiqueta que Ground Truth ha 
seleccionado. Se etiquetan todos los objetos de datos sin datos conectados a dicho 
nombre de atributo de etiqueta.

• El uso de un nombre de atributo de etiqueta que no está en el manifiesto hará que el 
trabajo procese todos los objetos del conjunto de datos.

En este caso, la ubicación del conjunto de datos de entrada se selecciona automáticamente como 
manifiesto de salida del trabajo encadenado. El campo de entrada no está disponible, por lo que no 
puede cambiarlo.

Añadir objetos de datos a un trabajo de etiquetado

No puede especificar un archivo de manifiesto alternativo. Edite manualmente el manifiesto 
de salida del trabajo anterior para añadir nuevos elementos antes de comenzar un trabajo 
encadenado. El URI de Amazon S3 le ayuda a ubicar dónde almacena el manifiesto en su 
bucket de Amazon S3. Descargue el archivo de manifiesto desde allí, edítelo localmente 
en su equipo y, a continuación, cargue la nueva versión para sustituirlo. Asegúrese de no 
introducir los errores durante la edición. Le recomendamos que utilice JSON linter para 
comprobar el JSON. Muchos editores de texto populares e IDE tienen complementos linter 
disponibles.

Iniciar un trabajo encadenado (API)

El procedimiento es prácticamente igual a configurar un nuevo trabajo con CreateLabelingJob, 
excepto por dos diferencias clave:
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• Ubicación del manifiesto: en lugar de utilizar el manifiesto original del trabajo anterior, el valor de
ManifestS3Uri en DataSource debe apuntar al URI de Amazon S3 del manifiesto de salida del 
trabajo de etiquetado anterior.

• Nombre de atributo de etiqueta: aquí es importante configurar el valor de LabelAttributeName
correcto. Esta es la parte clave de un par clave-valor donde los datos de etiquetado son el valor. 
Casos de uso de ejemplo:

• Añadir etiquetas nuevas o más específicas a un trabajo finalizado: defina un nuevo nombre de 
atributo de etiqueta.

• Etiquetar los elementos no etiquetados de un trabajo anterior: utilice el nombre del atributo de 
etiqueta del trabajo anterior.

Utilizar un conjunto de datos parcialmente etiquetado

Puede obtener algunos beneficios de encadenado si utiliza un manifiesto aumentado que ya se haya 
etiquetado parcialmente. Marque la casilla de verificación Nombre de atributo de la etiqueta y defina 
el nombre para que coincida con el nombre del manifiesto.

Si utiliza la API, las instrucciones son las mismas que para iniciar un trabajo encadenado. Sin 
embargo, asegúrese de cargar el manifiesto en un bucket de Amazon S3 y de usarlo en lugar de del 
manifiesto de salida de un trabajo anterior.

El valor Nombre de atributo de la etiqueta del manifiesto tiene que cumplir las consideraciones de 
nomenclatura indicadas anteriormente.

Seguridad y permisos de Ground Truth

Utilice los temas de esta página para obtener información sobre las características de seguridad 
de Ground Truth y cómo configurar los permisos de AWS Identity and Access Management (IAM) 
para permitir a un usuario o rol crear un trabajo de etiquetado. Además, aprenda a crear un rol de 
ejecución. Un rol de ejecución es el rol que especifica cuando crea un trabajo de etiquetado. Este rol 
se utiliza para iniciar el trabajo de etiquetado.

Si es un usuario nuevo y quiere empezar rápidamente, o si no necesita permisos detallados, consulte
Utilice las políticas administradas de IAM con Ground Truth.

Para obtener más información acerca de los usuarios y roles de IAM, consulte Identidades (usuarios, 
grupos de usuarios y roles) en la Guía del usuario de IAM.
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Para obtener más información acerca del uso de IAM con SageMaker, consulte Identity and Access 
Management para Amazon SageMaker.

Temas

• Requisito del permiso CORS

• Asigne permisos de IAM para usar Ground Truth

• Uso de Amazon SageMaker Ground Truth en Amazon Virtual Private Cloud.

• Cifrado de volúmenes de almacenamiento y datos de salida

• Autenticación y restricciones del personal

Requisito del permiso CORS

A principios de 2020, los navegadores más utilizados, como Chrome y Firefox, cambiaron 
su comportamiento predeterminado para rotar las imágenes en función de los metadatos de 
las imágenes, lo que se conoce como datos EXIF. Anteriormente, los navegadores siempre 
mostraban las imágenes exactamente de la forma en que estaban almacenadas en el disco, donde 
normalmente no estaban giradas. Tras el cambio, las imágenes ahora giran según un elemento de 
los metadatos de la imagen denominado valor de orientación. Esto tiene implicaciones importantes 
para toda la comunidad de machine learning (ML). Por ejemplo, si las aplicaciones que anotan 
imágenes no tienen en cuenta la orientación EXIF, podrían mostrar las imágenes en orientaciones 
inesperadas y, por lo tanto, producir etiquetas incorrectas.

A partir de Chrome 89, AWS ya no puede impedir automáticamente la rotación de las imágenes 
porque el grupo de estándares web W3C ha decidido que la posibilidad de controlar la rotación de 
las imágenes infringe la política de la web sobre el mismo origen. Por lo tanto, para garantizar que 
los trabajadores humanos anoten las imágenes de entrada con una orientación predecible cuando 
envíe solicitudes para crear un trabajo de etiquetado, debe añadir una política de encabezados 
CORS a los buckets de Amazon S3 que contienen las imágenes de entrada.

Important

Si no añade una configuración CORS a los buckets de Amazon S3 que contienen sus datos 
de entrada, las tareas de etiquetado de esos objetos de datos de entrada fallarán.

Si crea un trabajo a través de la consola de Ground Truth, CORS se habilita de forma 
predeterminada. Si ninguno de los datos de entrada se encuentra en el mismo bucket de Amazon 
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S3 que el archivo de manifiesto de entrada, debe añadir una configuración de CORS a todos los 
buckets de Amazon S3 que contengan datos de entrada siguiendo las instrucciones que se indican a 
continuación.

Si utiliza la API de CreateLabelingJob para crear un trabajo de etiquetado de Ground Truth, 
puede añadir una política de CORS a un bucket de Amazon S3 que contenga datos de entrada 
en la consola S3. Para configurar los encabezados CORS necesarios en el bucket de Amazon S3 
que contiene las imágenes de entrada en la consola de Amazon S3, siga las instrucciones que se 
detallan en Configuración del uso compartido de recursos entre orígenes (CORS). Utilice el siguiente 
código de configuración de CORS para los buckets que alojan las imágenes. Si utiliza la consola de 
Amazon S3 para añadir la política a su bucket, debe utilizar el formato JSON.

Important

Si crea un trabajo de etiquetado de fotogramas de vídeo o nubes de puntos 3D, debe añadir 
reglas adicionales a la configuración de CORS. Para obtener más información, consulte
Requisitos de permiso de trabajo de etiquetado en nubes de puntos 3D y Requisitos de 
permiso para trabajos de fotogramas de vídeo respectivamente.

JSON

[{ 
   "AllowedHeaders": [], 
   "AllowedMethods": ["GET"], 
   "AllowedOrigins": ["*"], 
   "ExposeHeaders": ["Access-Control-Allow-Origin"]
}]

XML

<CORSConfiguration> 
 <CORSRule> 
   <AllowedOrigin>*</AllowedOrigin> 
   <AllowedMethod>GET</AllowedMethod> 
   <ExposeHeader>Access-Control-Allow-Origin</ExposeHeader> 
 </CORSRule>
</CORSConfiguration>
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Asigne permisos de IAM para usar Ground Truth

Utilice los temas de esta sección para aprender a utilizar políticas administradas y personalizadas 
de AWS Identity and Access Management (IAM) para administrar el acceso a Ground Truth y los 
recursos asociados.

Puede usar las secciones de esta página para aprender lo siguiente:

• Cómo crear políticas de IAM que concedan permiso a un usuario o rol para crear un trabajo de 
etiquetado. Los administradores pueden usar las políticas de IAM para restringir el acceso a 
Amazon SageMaker y otros servicios de AWS específicos de Ground Truth.

• Cómo crear un rol de ejecución de SageMaker. Un rol de ejecución es el rol que especifica cuando 
crea un trabajo de etiquetado. El rol se usa para iniciar y administrar su trabajo de etiquetado.

A continuación se muestra una descripción general de los temas que encontrará en esta página:

• Si está empezando a utilizar Ground Truth o no necesita permisos detallados para su caso de uso, 
le recomendamos que utilice las políticas administradas de IAM que se describen en Utilice las 
políticas administradas de IAM con Ground Truth.

• Obtenga más información sobre los permisos necesarios para utilizar la consola de Ground Truth 
en Conceda a IAM permisos para utilizar la consola de Amazon SageMaker Ground Truth. En esta 
sección, se incluyen ejemplos de políticas que permiten a una entidad de IAM crear y modificar 
equipos de trabajo privados, suscribirse a los equipos de trabajo de los proveedores y crear flujos 
de trabajo de etiquetado personalizados.

• Al crear un trabajo de etiquetado, debe proporcionar un rol de ejecución. Utilice Cree un rol 
de ejecución de SageMaker para un trabajo de etiquetado de Ground Truth para obtener más 
información sobre los permisos necesarios para este rol.

Utilice las políticas administradas de IAM con Ground Truth

SageMaker y Ground Truth proporcionan políticas administradas de AWS que puede utilizar para 
crear un trabajo de etiquetado. Si está empezando a utilizar Ground Truth y no necesita permisos 
detallados para su caso de uso, le recomendamos que utilice las siguientes políticas.

• AmazonSageMakerFullAccess: utilice esta política para conceder permiso a un usuario 
o rol para crear un trabajo de etiquetado. Se trata de una política amplia que concede a una 
entidad permiso para utilizar las características de Sagemaker, así como las características 
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de los servicios de AWS necesarios a través de la consola y la API. Esta política otorga 
a la entidad permiso para crear un trabajo de etiquetado y para crear y administrar el 
personal mediante Amazon Cognito. Para obtener más información, consulte la Política 
AmazonSageMakerFullAccess.

• AmazonSageMakerGroundTruthExecution: para crear un rol de ejecución, puede asociar 
la política AmazonSageMakerGroundTruthExecution a un rol. Un rol de ejecución es el rol 
que especifica cuando crea un trabajo de etiquetado y se utiliza para iniciar dicho trabajo. Esta 
política le permite crear trabajos de etiquetado en streaming y no en streaming, y crear un trabajo 
de etiquetado con cualquier tipo de tarea. Tenga en cuenta los siguientes límites de esta política 
administrada.

• Permisos de Amazon S3: esta política concede un permiso de rol de ejecución para acceder 
a los buckets de Amazon S3 con las siguientes cadenas en el nombre: GroundTruth,
Groundtruth, groundtruth, SageMaker, Sagemaker y sagemaker, o un bucket con 
una etiqueta de objeto que incluya SageMaker en el nombre (no distingue mayúsculas de 
minúsculas). Asegúrese de que los nombres de los buckets de entrada y salida incluyan estas 
cadenas o añada permisos adicionales a su rol de ejecución para concederle permiso de acceso 
a sus buckets de Amazon S3. Debe conceder permiso a este rol para realizar las siguientes 
acciones en sus buckets de Amazon S3: AbortMultipartUpload, GetObject yPutObject.

• Flujos de trabajo personalizados: al crear un flujo de trabajo de etiquetado personalizado, 
este rol de ejecución se limita a invocar funciones de AWS Lambda con una de las siguientes 
cadenas como parte del nombre de la función GtRecipe, SageMaker, Sagemaker,
sagemaker o LabelingFunction. Esto se aplica a las funciones Lambda tanto anteriores 
como posteriores a la anotación. Si decide utilizar nombres sin dichas cadenas, debe 
proporcionar de forma explícita un permiso lambda:InvokeFunction al rol de ejecución que 
se utiliza para crear el trabajo de etiquetado.

Para saber cómo asociar una política administrada de AWS a un usuario o rol, consulte Adición y 
eliminación de permisos de identidad de IAM en la Guía del usuario de IAM.

Conceda a IAM permisos para utilizar la consola de Amazon SageMaker Ground Truth

Para utilizar el área de Ground Truth de la consola de SageMaker, debe conceder permiso a una 
entidad para acceder a SageMaker y a otros servicios de AWS con los que interactúa Ground Truth. 
Los permisos necesarios para acceder a otros servicios de AWS dependen del caso de uso:

• Se requieren permisos de Amazon S3 para todos los casos de uso. Estos permisos deben 
conceder acceso a los buckets de Amazon S3 que contienen datos de entrada y salida.
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• Se requieren permisos de AWS Marketplace para utilizar al personal de un proveedor.

• Se requiere el permiso de Amazon Cognito para configurar un equipo de trabajo privado.

• Se requieren permisos de AWS KMS para ver las claves de AWS KMS disponibles que se pueden 
usar para el cifrado de datos de salida.

• Los permisos de IAM son necesarios para enumerar los roles de ejecución preexistentes o para 
crear uno nuevo. Además, debe utilizar un permiso de PassRole para permitir a SageMaker 
utilizar el rol de ejecución elegido para iniciar el trabajo de etiquetado.

En las siguientes secciones, se enumeran las políticas que puede conceder a un rol para usar una o 
más funciones de Ground Truth.

Temas

• Permisos de la consola de Ground Truth

• Permisos del flujo de trabajo de etiquetado personalizado

• Permisos del personal privado

• Permisos de personal de proveedores

Permisos de la consola de Ground Truth

Para conceder permiso a un usuario o rol para utilizar el área de Ground Truth de la consola de 
SageMaker para crear un trabajo de etiquetado, asocie la siguiente política al usuario o rol. La 
siguiente política concede permiso a un rol de IAM para crear un trabajo de etiquetado utilizando un
tipo de tarea incorporada. Si desea crear un flujo de trabajo de etiquetado personalizado, añada la 
política en Permisos del flujo de trabajo de etiquetado personalizado a la siguiente política. Cada
Statement incluida en la siguiente política se describe debajo de este bloque de código.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "SageMakerApis", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*" 
            ], 
            "Resource": "*" 
        }, 
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        { 
            "Sid": "KmsKeysForCreateForms", 
            "Effect": "Allow", 
            "Action": [ 
                "kms:DescribeKey", 
                "kms:ListAliases" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AccessAwsMarketplaceSubscriptions", 
            "Effect": "Allow", 
            "Action": [ 
                "aws-marketplace:ViewSubscriptions" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SecretsManager", 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:CreateSecret", 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:ListSecrets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "ListAndCreateExecutionRoles", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:ListRoles", 
                "iam:CreateRole", 
                "iam:CreatePolicy", 
                "iam:AttachRolePolicy" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "PassRoleForExecutionRoles", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
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            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Sid": "GroundTruthConsole", 
            "Effect": "Allow", 
            "Action": [ 
                "groundtruthlabeling:*", 
                "lambda:InvokeFunction", 
                "lambda:ListFunctions", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "s3:GetBucketCors", 
                "s3:PutBucketCors", 
                "s3:ListAllMyBuckets", 
                "cognito-idp:AdminAddUserToGroup", 
                "cognito-idp:AdminCreateUser", 
                "cognito-idp:AdminDeleteUser", 
                "cognito-idp:AdminDisableUser", 
                "cognito-idp:AdminEnableUser", 
                "cognito-idp:AdminRemoveUserFromGroup", 
                "cognito-idp:CreateGroup", 
                "cognito-idp:CreateUserPool", 
                "cognito-idp:CreateUserPoolClient", 
                "cognito-idp:CreateUserPoolDomain", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:ListGroups", 
                "cognito-idp:ListIdentityProviders", 
                "cognito-idp:ListUsers", 
                "cognito-idp:ListUsersInGroup", 
                "cognito-idp:ListUserPoolClients", 
                "cognito-idp:ListUserPools", 
                "cognito-idp:UpdateUserPool", 
                "cognito-idp:UpdateUserPoolClient" 
            ], 
            "Resource": "*" 
        } 
    ]
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}

Esta política incluye las siguientes declaraciones. Puede reducir el alcance de cualquiera de estas 
declaraciones añadiendo recursos específicos a la lista de Resource de esa declaración.

SageMakerApis

Esta declaración incluye sagemaker:*, que permite al usuario realizar todas las acciones de la 
API de SageMaker. Puede reducir el alcance de esta política impidiendo que los usuarios realicen 
acciones que no se utilicen para crear y supervisar un trabajo de etiquetado.

KmsKeysForCreateForms

Solo necesita incluir esta declaración si desea conceder permiso a un usuario para enumerar y 
seleccionar claves de AWS KMS en la consola de Ground Truth para usarlas en el cifrado de datos 
de salida. La política anterior otorga al usuario permiso para enumerar y seleccionar cualquier clave 
de la cuenta en AWS KMS. Para restringir las claves que un usuario puede enumerar y seleccionar, 
especifique esos ARN de claves en Resource.

SecretsManager

Esta declaración concede al usuario permiso para describir, enumerar y crear los recursos en AWS 
Secrets Manager necesarios para crear el trabajo de etiquetado.

ListAndCreateExecutionRoles

Esta declaración otorga al usuario permiso para enumerar (ListRoles) y crear (CreateRole) roles 
de IAM en su cuenta. También otorga al usuario permiso para crear (CreatePolicy) políticas y 
asociar políticas (AttachRolePolicy) a las entidades. Son necesarios para enumerar, seleccionar 
y, si es necesario, crear un rol de ejecución en la consola.

Si ya ha creado un rol de ejecución y desea limitar el alcance de esta declaración para que los 
usuarios solo puedan seleccionar ese rol en la consola, especifique los ARN de los roles que 
desea que el usuario tenga permiso para ver en Resource y eliminar las acciones CreateRole,
CreatePolicy y AttachRolePolicy.

AccessAwsMarketplaceSubscriptions

Estos permisos son necesarios para ver y elegir los equipos de trabajo de los proveedores a los que 
ya esté suscrito al crear un trabajo de etiquetado. Para conceder al usuario permiso para suscribirse
a los equipos de trabajo de los proveedores, añada la declaración en Permisos de personal de 
proveedores a la política anterior
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PassRoleForExecutionRoles

Esto es necesario para que el creador del trabajo de etiquetado pueda obtener una vista previa de la 
IU del trabajador y comprobar que los datos de entrada, las etiquetas y las instrucciones se muestran 
correctamente. Esta declaración otorga a una entidad permisos para pasar el rol de ejecución de IAM 
utilizado para crear el trabajo de etiquetado a SageMaker para representar y previsualizar la IU del 
trabajador. Para reducir el alcance de esta política, añada el ARN del rol de ejecución utilizado para 
crear el trabajo de etiquetado en Resource.

GroundTruthConsole

• groundtruthlabeling: esto permite al usuario realizar las acciones necesarias 
para usar ciertas características de la consola de Ground Truth. Entre ellos, se incluyen 
permisos para describir el estado del trabajo de etiquetado (DescribeConsoleJob), 
enumerar todos los objetos del conjunto de datos en el archivo de manifiesto de entrada 
(ListDatasetObjects), filtrar el conjunto de datos si se selecciona el muestreo del conjunto 
de datos (RunFilterOrSampleDatasetJob) y generar archivos de manifiesto de entrada si se 
utiliza el etiquetado de datos automatizado (RunGenerateManifestByCrawlingJob). Estas 
acciones solo están disponibles cuando se usa la consola de Ground Truth y no se pueden llamar 
directamente mediante una API.

• lambda:InvokeFunction y lambda:ListFunctions: estas acciones conceden a los usuarios 
permiso para enumerar e invocar las funciones de Lambda que se utilizan para ejecutar un flujo de 
trabajo de etiquetado personalizado.

• s3:*: todos los permisos de Amazon S3 incluidos en esta declaración se utilizan para ver los 
buckets de Amazon S3 para la configuración automática de datos (ListAllMyBuckets), acceder 
a los datos de entrada en Amazon S3 (ListBucket, GetObject), comprobar y crear una 
política CORS en Amazon S3 si es necesario (GetBucketCors y PutBucketCors) y escribir los 
archivos de salida de los trabajos de etiquetado en S3 (PutObject).

• cognito-idp: estos permisos se utilizan para crear, ver y administrar personal privado mediante 
Amazon Cognito. Para obtener más información sobre estas acciones, consulte las Referencias de 
la API de Amazon Cognito.

Permisos del flujo de trabajo de etiquetado personalizado

Añada la siguiente declaración a una política similar a la de Permisos de la consola de Ground Truth
para conceder a un usuario permiso para seleccionar funciones de Lambda preexistentes antes y 
después de la anotación y, al mismo tiempo, crear un flujo de trabajo de etiquetado personalizado.
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{ 
    "Sid": "GroundTruthConsoleCustomWorkflow", 
    "Effect": "Allow", 
    "Action": [ 
        "lambda:InvokeFunction", 
        "lambda:ListFunctions" 
    ], 
    "Resource": "*"
}

Para obtener información sobre cómo conceder permiso a una entidad para crear y probar funciones 
de Lambda preanotación y postanotación, consulte Required Permissions To Use Lambda With 
Ground Truth.

Permisos del personal privado

Cuando se añade a una política de permisos, el siguiente permiso concede acceso para crear y 
administrar personal privado y un equipo de trabajo con Amazon Cognito. Estos permisos no son 
necesarios para utilizar personal de IdP de OIDC.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "cognito-idp:AdminAddUserToGroup", 
        "cognito-idp:AdminCreateUser", 
        "cognito-idp:AdminDeleteUser", 
        "cognito-idp:AdminDisableUser", 
        "cognito-idp:AdminEnableUser", 
        "cognito-idp:AdminRemoveUserFromGroup", 
        "cognito-idp:CreateGroup", 
        "cognito-idp:CreateUserPool", 
        "cognito-idp:CreateUserPoolClient", 
        "cognito-idp:CreateUserPoolDomain", 
        "cognito-idp:DescribeUserPool", 
        "cognito-idp:DescribeUserPoolClient", 
        "cognito-idp:ListGroups", 
        "cognito-idp:ListIdentityProviders", 
        "cognito-idp:ListUsers", 
        "cognito-idp:ListUsersInGroup", 
        "cognito-idp:ListUserPoolClients", 
        "cognito-idp:ListUserPools", 
        "cognito-idp:UpdateUserPool", 
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        "cognito-idp:UpdateUserPoolClient" 
        ], 
    "Resource": "*"
}

Para obtener más información acerca de la creación de personal privado con Amazon Cognito, 
consulte Creación y gestión de un personal de Amazon Cognito.

Permisos de personal de proveedores

Puede añadir la siguiente declaración a la política en Conceda a IAM permisos para utilizar la 
consola de Amazon SageMaker Ground Truth para conceder a una entidad permiso para suscribirse 
al personal de un proveedor.

{ 
    "Sid": "AccessAwsMarketplaceSubscriptions", 
    "Effect": "Allow", 
    "Action": [ 
        "aws-marketplace:Subscribe", 
        "aws-marketplace:Unsubscribe", 
        "aws-marketplace:ViewSubscriptions" 
    ], 
    "Resource": "*"
}

Cree un rol de ejecución de SageMaker para un trabajo de etiquetado de Ground Truth

Al configurar el trabajo de etiquetado, debe proporcionar un rol de ejecución que es un rol que 
SageMaker tiene permiso asumir para iniciar y ejecutar el trabajo de etiquetado.

Este rol debe dar a Ground Truth permiso para acceder a lo siguiente:

• A Amazon S3 para recuperar los datos de entrada y escribir los datos de salida en un bucket 
de Amazon S3. Puede conceder permiso para que un rol de IAM tenga acceso al bucket 
completo proporcionando el ARN del bucket o conceder acceso al rol para que acceda a recursos 
específicos de un bucket. Por ejemplo, el ARN de un bucket puede tener un aspecto similar a
arn:aws:s3:::awsexamplebucket1 y el ARN de un recurso de un bucket de Amazon S3 
puede ser similar a arn:aws:s3:::awsexamplebucket1/prefix/file-name.png. Para 
aplicar una acción a todos los recursos de un bucket de Amazon S3, puede utilizar el comodín:*. 
Por ejemplo, arn:aws:s3:::awsexamplebucket1/prefix/*. Para obtener más información, 
consulte los Recursos de Amazon S3 en la Guía del usuario de Amazon Simple Storage Service.
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• A CloudWatch para registrar métricas de trabajadores y etiquetar estados de trabajo.

• A AWS KMS para el cifrado de datos (Opcional)

• A AWS Lambda para procesar datos de entrada y salida al crear un flujo de trabajo personalizado.

Además, si crea un trabajo de etiquetado en streaming, este rol debe tener permiso para acceder a lo 
siguiente:

• A Amazon SQS para crear una interacción con una cola de SQS que se utiliza para administrar las 
solicitudes de etiquetado.

• A Amazon SNS para suscribirse y recuperar mensajes de su tema de entrada de Amazon SNS y 
enviar mensajes a su tema de salida de Amazon SNS.

Todos estos permisos se pueden conceder con la política administrada
AmazonSageMakerGroundTruthExecution, excepto:

• Cifrado del volumen de datos y almacenamiento de sus buckets de Amazon S3. Para obtener 
información sobre cómo configurar estos permisos, consulte Cifre los datos de salida y el volumen 
de almacenamiento con AWS KMS.

• Permiso para seleccionar e invocar funciones de Lambda que no incluyan GtRecipe,
SageMaker, Sagemaker, sagemaker o LabelingFunction en el nombre de la función.

• Buckets de Amazon S3 que no incluyen GroundTruth, Groundtruth, groundtruth,
SageMaker, Sagemaker ni sagemaker en el prefijo o nombre del bucket o una etiqueta de objeto
que incluya SageMaker en el nombre (no distingue entre mayúsculas y minúsculas).

Si necesita permisos más detallados que los que se proporcionan en
AmazonSageMakerGroundTruthExecution, utilice los siguientes ejemplos de políticas para crear 
un rol de ejecución que se adapte a su caso de uso específico.

Temas

• Requisitos de roles de ejecución de tipos de tareas integrados (no en streaming)

• Requisitos de roles de ejecución de tipos de tareas integrados (en streaming)

• Requisitos de roles de ejecución de tipos de tareas personalizadas

• Requisitos de permisos para el etiquetado de datos automático
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Requisitos de roles de ejecución de tipos de tareas integrados (no en streaming)

La siguiente política concede permiso para crear un trabajo de etiquetado para un tipo de tarea 
integrado. Esta política de ejecución no incluye permisos para el cifrado o descifrado de datos de 
AWS KMS. Sustituya cada ARN rojo y en cursiva por sus propios ARN de Amazon S3.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "S3ViewBuckets", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<input-bucket-name>", 
                "arn:aws:s3:::<output-bucket-name>" 
            ] 
        }, 
        { 
            "Sid": "S3GetPutObjects", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<input-bucket-name>/*", 
                "arn:aws:s3:::<output-bucket-name>/*" 
            ] 
        }, 
        { 
            "Sid": "CloudWatch", 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents" 
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            ], 
            "Resource": "*" 
        } 
    ]
}

Requisitos de roles de ejecución de tipos de tareas integrados (en streaming)

Si crea un trabajo de etiquetado en streaming, debe añadir una política similar a la siguiente al rol 
de ejecución que utilice para crear el trabajo de etiquetado. Para limitar el alcance de la política, 
sustituya el * de Resource por recursos de AWS específicos para los que desee conceder permiso 
de acceso y uso al rol de IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<input-bucket-name>/*", 
                "arn:aws:s3:::<output-bucket-name>/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
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                "s3:GetBucketLocation", 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<input-bucket-name>", 
                "arn:aws:s3:::<output-bucket-name>" 
            ] 
        }, 
        { 
            "Sid": "CloudWatch", 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "StreamingQueue", 
            "Effect": "Allow", 
            "Action": [ 
                "sqs:CreateQueue", 
                "sqs:DeleteMessage", 
                "sqs:GetQueueAttributes", 
                "sqs:GetQueueUrl", 
                "sqs:ReceiveMessage", 
                "sqs:SendMessage", 
                "sqs:SendMessageBatch", 
                "sqs:SetQueueAttributes" 
            ], 
            "Resource": "arn:aws:sqs:*:*:*GroundTruth*" 
        }, 
        { 
            "Sid": "StreamingTopicSubscribe", 
            "Effect": "Allow", 
            "Action": "sns:Subscribe", 
            "Resource": [ 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<input-topic-name>", 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<output-topic-name>" 
            ], 
            "Condition": { 
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                "StringEquals": { 
                    "sns:Protocol": "sqs" 
                }, 
                "StringLike": { 
                    "sns:Endpoint": "arn:aws:sns:<aws-region>:<aws-account-
number>:*GroundTruth*" 
                } 
            } 
        }, 
        { 
            "Sid": "StreamingTopic", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Publish" 
            ], 
            "Resource": [ 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<input-topic-name>", 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<output-topic-name>" 
            ] 
        }, 
        { 
            "Sid": "StreamingTopicUnsubscribe", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Unsubscribe" 
            ], 
            "Resource": [ 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<input-topic-name>", 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<output-topic-name>" 
            ] 
        } 
    ]
}

Requisitos de roles de ejecución de tipos de tareas personalizadas

Si desea crear un flujo de trabajo de etiquetado personalizado, añada la siguiente declaración a una 
política de roles de ejecución como las que se encuentran en Requisitos de roles de ejecución de 
tipos de tareas integrados (no en streaming) o Requisitos de roles de ejecución de tipos de tareas 
integrados (en streaming).

Esta política otorga al rol de ejecución permiso para Invoke sus funciones de Lambda previas y 
posteriores a la anotación.
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{ 
    "Sid": "LambdaFunctions", 
    "Effect": "Allow", 
    "Action": [ 
        "lambda:InvokeFunction" 
    ], 
    "Resource": [ 
        "arn:aws:lambda:<region>:<account-id>:function:<pre-annotation-lambda-name>", 
        "arn:aws:lambda:<region>:<account-id>:function:<post-annotation-lambda-name>" 
    ]
}

Requisitos de permisos para el etiquetado de datos automático

Si desea crear un trabajo de etiquetado con el etiquetado de datos automático activado, debe 1) 
añadir una política a la política de IAM asociada al rol de ejecución y 2) actualizar la política de 
confianza del rol de ejecución.

La siguiente declaración permite transferir el rol de ejecución de IAM a SageMaker para que pueda 
utilizarse para ejecutar los trabajos de entrenamiento e inferencia que se utilizan para el aprendizaje 
activo y el etiquetado de datos automático, respectivamente. Añada esta declaración a una política 
de roles de ejecución como las que se encuentran en Requisitos de roles de ejecución de tipos de 
tareas integrados (no en streaming) o Requisitos de roles de ejecución de tipos de tareas integrados 
(en streaming). Sustituya arn:aws:iam::<account-number>:role/<role-name> por el ARN 
del rol de ejecución. Encontrará el ARN del rol de IAM en la consola de IAM, en Roles.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "iam:PassRole" 
    ], 
    "Resource": "arn:aws:iam::<account-number>:role/<execution-role-name>", 
    "Condition": { 
        "StringEquals": { 
            "iam:PassedToService": [ 
                "sagemaker.amazonaws.com" 
            ] 
        } 
    }
}
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La siguiente declaración permite a SageMaker asumir el rol de ejecución para crear y administrar 
los trabajos de entrenamiento e inferencia de SageMaker. Esta política debe añadirse a la relación 
de confianza del rol de ejecución. Para obtener más información sobre cómo añadir o modificar una 
política de confianza de rol de IAM, consulte Modificación de un rol en la Guía del usuario de IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": { 
        "Effect": "Allow", 
        "Principal": {"Service": "sagemaker.amazonaws.com" }, 
        "Action": "sts:AssumeRole" 
    }
}

Cifre los datos de salida y el volumen de almacenamiento con AWS KMS

Puede utilizar AWS Key Management Service (AWS KMS) para cifrar los datos de salida de un 
trabajo de etiquetado especificando una clave administrada por el cliente al crear el trabajo de 
etiquetado. Si utiliza la operación de API CreateLabelingJob para crear un trabajo de etiquetado 
que utilice un etiquetado de datos automático, también puede utilizar una clave administrada por el 
cliente para cifrar el volumen de almacenamiento asociado a las instancias de computación de ML 
para ejecutar los trabajos de entrenamiento e inferencia.

En esta sección, se describen las políticas de IAM que debe asociar a la clave administrada 
por el cliente para permitir el cifrado de datos de salida y las políticas que debe asociar a la 
clave administrada por el cliente y al rol de ejecución para utilizar el cifrado de los volúmenes 
de almacenamiento. Para obtener más información sobre estas opciones, consulte Cifrado de 
volúmenes de almacenamiento y datos de salida.

Cifre los datos de salida mediante KMS

Si especifica una clave administrada por el cliente de AWS KMS para cifrar los datos de salida, 
debe añadir a esa clave una política de IAM similar a la siguiente. Esta política otorga al rol de 
ejecución de IAM que usted utiliza para crear su trabajo de etiquetado permiso para usarla para 
realizar todas las acciones que se enumeran en "Action". Para obtener más información acerca 
de estas acciones, consulte Permisos de AWS KMS en la Guía para desarrolladores de AWS Key 
Management Service.

Para usar esta política, sustituya el ARN del rol de servicio de IAM de "Principal" por el ARN 
del rol de ejecución que utiliza para crear el trabajo de etiquetado. Al crear un trabajo de etiquetado 
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en la consola, este es el rol que se especifica para el rol de IAM en la sección Información general 
del trabajo. Cuando crea un trabajo de etiquetado con CreateLabelingJob, este es el ARN que 
especifica para RoleArn.

{ 
    "Sid": "AllowUseOfKmsKey", 
    "Effect": "Allow", 
    "Principal": { 
        "AWS": "arn:aws:iam::111122223333:role/service-role/example-role" 
    }, 
    "Action": [ 
        "kms:Encrypt", 
        "kms:Decrypt", 
        "kms:ReEncrypt*", 
        "kms:GenerateDataKey*", 
        "kms:DescribeKey" 
    ], 
    "Resource": "*"
}

Cifre el volumen de almacenamiento de la instancia de computación de ML de etiquetado de datos 
automático

Si especifica un VolumeKmsKeyId para cifrar el volumen de almacenamiento asociado a la instancia 
de computación de ML que se utiliza para el entrenamiento y la inferencia automáticos del etiquetado 
de datos, debe hacer lo siguiente:

• Asocie los permisos que se describen en Cifre los datos de salida mediante KMS a la clave 
administrada por el cliente.

• Asocie una política similar a la siguiente al rol de ejecución de IAM que utiliza para crear su trabajo 
de etiquetado. Este es el rol de IAM que especificó para RoleArn en CreateLabelingJob. Para 
obtener más información acerca de la acción "kms:CreateGrant" que permite esta política, 
consulte CreateGrant en la referencia de la API de AWS Key Management Service.

{
"Version": "2012-10-17",  
"Statement":  
 [   
   { 
    "Effect": "Allow", 
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    "Action": [ 
       "kms:CreateGrant" 
    ], 
    "Resource": "*" 
  }
]
}

Para obtener más información sobre el cifrado de volúmenes de almacenamiento de Ground Truth, 
consulte Utilice su clave KMS para cifrar el volumen de almacenamiento del etiquetado de datos 
automático (solo API).

Uso de Amazon SageMaker Ground Truth en Amazon Virtual Private Cloud.

Con Amazon Virtual Private Cloud (Amazon VPC), podrá iniciar recursos de AWS en una red virtual 
aislada de manera lógica que haya definido. Puede crear y ejecutar un etiquetado de Ground 
Truth dentro de una Amazon VPC en lugar de hacerlo a través de Internet. Al iniciar un trabajo de 
etiquetado en una Amazon VPC, la comunicación entre su VPC y Ground Truth se llevará a cabo de 
forma completa y segura dentro de la red AWS.

Un trabajo de etiquetado de Ground Truth en Amazon VPC sigue el mismo comportamiento que los 
puntos de conexión de PrivateLink. Para obtener más información, consulte subredes compartidas.

Esta guía le muestra cómo utilizar Ground Truth en una Amazon VPC de las siguientes maneras:

1. Ejecute un trabajo de etiquetado de Amazon SageMaker Ground Truth en una Amazon Virtual 
Private Cloud

2. Utilice el modo Amazon VPC desde un portal privado para trabajadores

Ejecute un trabajo de etiquetado de Amazon SageMaker Ground Truth en una Amazon Virtual 
Private Cloud

Amazon SageMaker Ground Truth admite las siguientes funcionalidades.

• Puede utilizar las políticas de bucket de Amazon S3 para controlar el acceso a los buckets 
desde puntos de conexión específicos de VPC o desde VPC específicas. Si lanza un trabajo 
de etiquetado y los datos de entrada se encuentran en un bucket de Amazon S3 con acceso 
restringido a los usuarios de su VPC, puede añadir una política de bucket para conceder 
igualmente permiso a un punto de conexión de Ground Truth para acceder al bucket. Para obtener 
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más información, consulte Permita a Ground Truth acceder a buckets de Amazon S3 restringidos 
por VPC.

• Puede lanzar un trabajo de etiquetado de datos automatizado en su VPC. Se utiliza una 
configuración de VPC para especificar las subredes de la VPC y los grupos de seguridad. 
SageMaker utiliza esta configuración para lanzar los trabajos de entrenamiento e inferencia que 
se utilizan para el etiquetado automatizado de datos en su VPC. Para obtener más información, 
consulte Creación de un trabajo de etiquetado de datos automatizado en una VPC.

Es posible que desee utilizar estas opciones de cualquiera de las siguientes formas.

• Puede utilizar ambos métodos para lanzar un trabajo de etiquetado mediante un bucket de 
Amazon S3 protegido por VPC con el etiquetado de datos automático activado.

• Puede iniciar un trabajo de etiquetado mediante cualquier tipo de tarea integrada mediante un 
bucket protegido por VPC.

• Puede iniciar un flujo de trabajo de etiquetado personalizado mediante un bucket protegido por 
VPC. Ground Truth interactúa con las funciones Lambda previas y posteriores a la anotación 
mediante un punto de conexiónAWS PrivateLink.

Le recomendamos que revise Requisitos previos para ejecutar un trabajo de etiquetado de Ground 
Truth en una VPC antes de crear un trabajo de etiquetado en una Amazon VPC.

Requisitos previos para ejecutar un trabajo de etiquetado de Ground Truth en una VPC

Revise los siguientes requisitos previos antes de crear un trabajo de etiquetado de Ground Truth en 
una Amazon VPC.

• Si no tiene experiencia con Ground Truth, consulte la Introducción para aprender a crear un trabajo 
de etiquetado.

• Si los datos de entrada se encuentran en un bucket de Amazon S3 protegido por VPC, sus 
trabajadores deben acceder al portal de trabajadores desde su VPC.

Note

Al iniciar un trabajo de etiquetado en su VPC, deberá utilizar un equipo de trabajo privado. 
Para obtener más información sobre cómo crear un equipo de trabajo privado, consulte
Crear personal privado.
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• Si quiere lanzar un trabajo de etiquetado de datos automatizado en su VPC, revise los siguientes 
requisitos previos.

• Siga las instrucciones de Crear un punto de conexión de VPC de Amazon S3. Los contenedores 
de entrenamiento e inferencia que se utilizan en el flujo de trabajo de etiquetado de datos 
automatizado utilizan este punto de conexión para comunicarse con sus buckets en Amazon S3.

• Consulte Automatizar el etiquetado de datos para obtener más información sobre esta función. 
Tenga en cuenta que el etiquetado de datos automatizado es compatible con los siguientes
tipos de tareas integradas: Clasificación de imágenes (etiqueta única), Segmentación semántica 
de imágenes, Cuadro delimitador y Clasificación de texto (etiqueta única). Los trabajos de 
etiquetado en streaming no admiten etiquetado de datos automatizado.

• Revise la sección Seguridad y permisos de Ground Truth y asegúrese de cumplir las siguientes 
condiciones.

• El usuario que crea el trabajo de etiquetado tiene todos los permisos necesarios

• Ha creado un rol de ejecución de IAM con los permisos necesarios. Si no necesita permisos 
ajustados para su caso de uso, le recomendamos que utilice las políticas gestionadas de IAM 
descritas en Otorgar permisos generales para empezar a usar Ground Truth.

• Otorgue permiso a su VPC para acceder a los buckets S3 sagemaker-labeling-
data-region y sm-bxcb-region-saved-task-states. Se trata de depósitos S3 
regionalizados propiedad del sistema a los que se accede desde el portal del trabajador cuando 
el trabajador está trabajando en una tarea. Usamos estos depósitos para interactuar con los 
datos gestionados por el sistema.

Permita a Ground Truth acceder a buckets de Amazon S3 restringidos por VPC

En las siguientes secciones se proporcionan detalles sobre los permisos que Ground Truth necesita 
para iniciar trabajos de etiquetado con buckets de Amazon S3 que tienen acceso restringido a su 
VPC y sus puntos de conexión de la VPC. Para obtener información sobre cómo restringir el acceso 
a un bucket de Amazon S3 a una VPC, consulte Control del acceso desde puntos de conexión de la 
VPC con políticas de bucket en la guía del usuario de Amazon Simple Storage Service. Para obtener 
información sobre cómo agregar una política a un bucket S3, consulte Agregar una política de bucket 
mediante la consola de Amazon S3.
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Note

Modificar las políticas en los depósitos existentes podría hacer que los trabajos de Ground 
Truth IN_PROGRESS fallen. Le recomendamos que empiece nuevos trabajos con un depósito 
nuevo. Si desea seguir utilizando el mismo bucket, puede elegir una de las siguientes 
opciones.

• Espera a que termine un trabajo IN_PROGRESS.

• Finalice el trabajo mediante la consola o el AWS CLI.

Puede restringir el acceso al bucket de Amazon S3 a los usuarios de su VPC mediante un punto 
de conexión AWS PrivateLink. Por ejemplo, la siguiente política de bucket S3 permite el acceso a 
un bucket específico, <bucket-name>, desde <vpc> y el punto de conexión <vpc-endpoint>
solo. Al modificar esta política, deberá reemplazar todo el texto en cursiva en rojo por sus 
recursos y especificaciones.

Note

La siguiente política impide a todas las entidades de una VPC, que no sean usuarios, realizar 
las acciones enumeradas en Action. Si no incluye acciones en esta lista, cualquier entidad 
que tenga acceso a este depósito y permiso para realizar esas acciones podrá acceder a 
ellas. Por ejemplo, si un usuario tiene permiso para realizar acciones GetBucketLocation
en su bucket de Amazon S3, la política siguiente no impide que el usuario realice esta acción 
fuera de su VPC.

{ 
 "Version": "2012-10-17", 
 "Id": "Policy1415115909152", 
 "Statement": [ 
  { 
   "Sid": "Access-to-specific-VPCE-only", 
   "Principal": "*", 
   "Action": [ 
    "s3:GetObject", 
    "s3:PutObject" 
   ], 
   "Effect": "Deny", 
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   "Resource": [ 
    "arn:aws:s3:::<bucket-name>", 
    "arn:aws:s3:::<bucket-name>/*" 
   ], 
   "Condition": { 
    "StringNotEquals": { 
     "aws:sourceVpce": [ 
      "<vpc-endpoint>", 
      "<vpc>" 
     ] 
    } 
   } 
  } 
 ]
}

Ground Truth debe poder realizar las siguientes acciones de Amazon S3 en los buckets S3 que 
utilice para configurar el trabajo de etiquetado.

"s3:AbortMultipartUpload",
"s3:GetObject",
"s3:PutObject",
"s3:ListBucket",
"s3:GetBucketLocation"

Para ello, añada un punto de conexión de Ground Truth a la política de bucket, tal como se ha 
mencionado anteriormente. La siguiente tabla incluye los puntos finales del servicio Ground Truth 
para cada región de AWS. Añada un punto de conexión en la misma región de AWS que utilice para 
ejecutar su tarea de etiquetado a su política de bucket.

Región de AWS Punto de conexión de Ground Truth

us-east-2 vpce-02569ba1c40aad0bc

us-east-1 vpce-08408e335ebf95b40

us-west-2 vpce-0ea07aa498eb78469

ca-central-1 vpce-0d46ea4c9ff55e1b7

eu-central-1 vpce-0865e7194a099183d
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Región de AWS Punto de conexión de Ground Truth

eu-west-2 vpce-0bccd56798f4c5df0

eu-west-1 vpce-0788e7ed8628e595d

ap-south-1 vpce-0d7fcda14e1783f11

ap-southeast-2 vpce-0b7609e6f305a77d4

ap-southeast-1 vpce-0e7e67b32e9efed27

ap-northeast-2 vpce-007893f89e05f2bbf

ap-northeast-1 vpce-0247996a1a1807dbd

Por ejemplo, la siguiente política restringe las acciones GetObject y PutObject en:

• Un bucket de Amazon S3 para los usuarios de una VPC (<vpc>)

• Punto de conexión de VPC (<vpc-endpoint>)

• Un punto final del conexión de Ground Truth (<ground-truth-endpoint>)

{ 
    "Version": "2012-10-17", 
    "Id": "1", 
    "Statement": [ 
        { 
            "Sid": "DenyAccessFromNonGTandCustomerVPC", 
            "Effect": "Deny", 
            "Principal": "*", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<bucket-name>", 
                "arn:aws:s3:::<bucket-name>/*" 
            ], 
            "Condition": { 
                "ForAllValues:StringNotEquals": { 
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                    "aws:sourceVpce": [ 
                        "<vpc-endpoint>", 
                        "<ground-truth-endpoint>" 
                    ], 
                    "aws:SourceVpc": "<vpc>" 
                } 
            } 
        } 
    ]
}

Si desea que un usuario tenga permiso para iniciar un trabajo de etiquetado mediante la consola 
Ground Truth, también debe añadir el ARN del usuario a la política de bucket mediante la condición
aws:PrincipalArn. Este usuario también debe tener permiso para realizar las siguientes acciones 
de Amazon S3 en el bucket que utilice para lanzar el trabajo de etiquetado.

"s3:GetObject",
"s3:PutObject",
"s3:ListBucket",
"s3:GetBucketCors",
"s3:PutBucketCors",
"s3:ListAllMyBuckets",

El siguiente código es un ejemplo de una política de bucket que restringe el permiso para realizar las 
acciones enumeradas en Action en el bucket <bucket-name> de S3 al siguiente.

• <role-name>

• Los puntos de conexión de VPC que figuran en aws:sourceVpce

• Usuarios de la VPC denominados<vpc>

{ 
    "Version": "2012-10-17", 
    "Id": "1", 
    "Statement": [ 
        { 
            "Sid": "DenyAccessFromNonGTandCustomerVPC", 
            "Effect": "Deny", 
            "Principal": "*", 
            "Action": [ 
                "s3:GetObject", 
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                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<bucket-name>/*", 
                "arn:aws:s3:::<bucket-name>" 
            ], 
            "Condition": { 
                "ForAllValues:StringNotEquals": { 
                    "aws:sourceVpce": [ 
                        "<vpc-endpoint>", 
                        "<ground-truth-endpoint>" 
                    ], 
                    "aws:PrincipalArn": "arn:aws:iam::<aws-account-id>:role/<role-
name>", 
                    "aws:SourceVpc": "<vpc>" 
                } 
            } 
        } 
    ]
}

Note

Los puntos de conexión de la interfaz de Amazon VPC y los buckets protegidos de Amazon 
S3 que utilice para los datos de entrada y salida deben estar ubicados en la misma región de 
AWS que utilizó para crear el trabajo de etiquetado.

Tras conceder el permiso a Ground Truth para acceder a sus buckets de Amazon S3, puede 
utilizar alguno de los temas de Crear un trabajo de etiquetado para iniciar un trabajo de etiquetado. 
Especifique los buckets de Amazon S3 restringidos por VPC para sus buckets de datos de entrada y 
salida.

Creación de un trabajo de etiquetado de datos automatizado en una VPC

Para crear un trabajo de etiquetado de datos automatizado con una Amazon VPC, debe 
proporcionar una configuración de VPC mediante la consola Ground Truth o la operación de la 
API CreateLabelingJob. SageMaker utiliza las subredes y los grupos de seguridad que usted 
proporciona para lanzar los trabajos de entrenamiento e inferencias que se utilizan para el etiquetado 
automatizado.
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Important

Antes de lanzar un trabajo de etiquetado de datos automatizado con una configuración 
de VPC, asegúrese de haber creado un punto de conexión de S3 de Amazon VPC con la 
VPC que desee utilizar para el trabajo de etiquetado. Para obtener información sobre cómo 
hacerlo, consulte Crear un punto de conexión de la VPC de Amazon S3.
Además, si crea un trabajo de etiquetado de datos automatizado con un bucket de Amazon 
S3 restringido por VPC, debe seguir las instrucciones en Permita a Ground Truth acceder 
a buckets de Amazon S3 restringidos por VPC para conceder permiso a Ground Truth para 
acceder al bucket.

Utilice los siguientes procedimientos para aprender a añadir una configuración de VPC a su solicitud 
de trabajo de etiquetado.

Añada una configuración de VPC a un trabajo de etiquetado de datos automatizado (consola):

1. Siga las instrucciones de Crear un trabajo de etiquetado (consola) y complete cada paso del 
procedimiento, hasta el paso 15.

2. En la sección Trabajadores, seleccione la casilla de verificación situada junto a Activar el 
etiquetado automático de datos.

3. Maximice la sección de configuración de VPC de la consola seleccionando la flecha.

4. Especifique la Virtual Private Cloud (VPC) que desea usar para el trabajo de etiquetado de datos 
automatizado.

5. Elija la lista desplegable en Subredes y seleccione una o más subredes.

6. Elija la lista desplegable en Grupos de seguridad y seleccione uno o más grupos.

7. Complete todos los pasos restantes del procedimiento en Crear un trabajo de etiquetado 
(consola).

Agregue una configuración de VPC a un trabajo de etiquetado de datos (API) automatizado:

Para configurar un trabajo de etiquetado mediante la operación de la API de Ground Truth,
CreateLabelingJob, siga las instrucciones de Crear un trabajo de etiquetado de datos 
automatizado (API) para configurar su solicitud. Además de los parámetros descritos en esta 
documentación, debe incluir un parámetro VpcConfig en LabelingJobResourceConfig para 
especificar una o más subredes y grupos de seguridad mediante el siguiente esquema.

Seguridad y permisos 1829

https://docs.aws.amazon.com/sagemaker/latest/dg/train-vpc.html#train-vpc-s3
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-create-labeling-job-console.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-create-labeling-job-console.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-create-labeling-job-console.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-automated-labeling.html#sms-create-automated-labeling-api
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-automated-labeling.html#sms-create-automated-labeling-api


Amazon SageMaker Guía para desarrolladores

"LabelingJobAlgorithmsConfig": {  
      "InitialActiveLearningModelArn": "string", 
      "LabelingJobAlgorithmSpecificationArn": "string", 
      "LabelingJobResourceConfig": {  
         "VolumeKmsKeyId": "string", 
         "VpcConfig": {  
            "SecurityGroupIds": [ "string" ], 
            "Subnets": [ "string" ] 
         } 
      }
}

A continuación se ofrece un ejemplo de una solicitud de AWS Python SDK (Boto3) para crear un 
trabajo de etiquetado de datos automatizado en la región del este de EE. UU. (Norte de Virginia) 
utilizando una fuerza de trabajo privada. Sustituya todo el texto en cursiva en rojo por los 
recursos y las especificaciones de su trabajo de etiquetado. Para obtener más información sobre 
la operación CreateLabelingJob, consulte el tutorial Crear un trabajo de etiquetado (API) y la 
documentación de la API CreateLabelingJob.

import boto3
client = boto3.client(service_name='sagemaker')

response = client.create_labeling_job( 
    LabelingJobName="example-labeling-job", 
    LabelAttributeName="label", 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': "s3://bucket/path/manifest-with-input-data.json"
            } 
        } 
    }, 
    "LabelingJobAlgorithmsConfig": { 
      "LabelingJobAlgorithmSpecificationArn": "arn:aws:sagemaker:us-
east-1:027400017018:labeling-job-algorithm-specification/tasktype", 
      "LabelingJobResourceConfig": {  
         "VpcConfig": {  
            "SecurityGroupIds": [ "sg-01233456789", "sg-987654321" ], 
            "Subnets": [ "subnet-e0123456", "subnet-e7891011" ] 
         } 
      } 
    }, 
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    OutputConfig={ 
        'S3OutputPath': "s3://bucket/path/file-to-store-output-data", 
        'KmsKeyId': "string"
    }, 
    RoleArn="arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri="s3://bucket/path/label-categories.json", 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': "arn:aws:sagemaker:region:*:workteam/private-crowd/*", 
        'UiConfig': { 
            'UiTemplateS3Uri': "s3://bucket/path/custom-worker-task-template.html"
        }, 
        'PreHumanTaskLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype", 
        'TaskKeywords': [ 
            "Images", 
            "Classification", 
            "Multi-label" 
        ], 
        'TaskTitle': "Add task title here", 
        'TaskDescription': "Add description of task here for workers", 
        'NumberOfHumanWorkersPerDataObject': 1, 
        'TaskTimeLimitInSeconds': 3600, 
        'TaskAvailabilityLifetimeInSeconds': 21600, 
        'MaxConcurrentTaskCount': 1000, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:ACS-tasktype" 
        }, 
    Tags=[ 
        { 
            'Key': "string", 
            'Value': "string"
        }, 
    ]
)
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Utilice el modo Amazon VPC desde un portal privado para trabajadores

Para restringir el acceso al portal para trabajadores a los etiquetadores que trabajan dentro de su 
Amazon VPC, puede añadir una configuración de VPC al crear un personal privado de Ground Truth. 
También puede añadir una configuración de VPC a un personal privado existente. Ground Truth 
crea automáticamente los puntos de conexión de la interfaz de VPC en su VPC y establece AWS 
PrivateLink entre su punto de conexión de VPC y los servicios de Ground Truth. Es posible acceder a 
la URL del portal para trabajadores asociada al personal desde su VPC. También se puede acceder 
a la URL del portal para trabajadores desde la Internet pública hasta que establezca la restricción en 
la Internet pública. Si elimina el personal o elimina la configuración de VPC de su personal, Ground 
Truth eliminará automáticamente los puntos de conexión de VPC asociados a dicho personal.

Note

Solo se admite una VPC para cada personal.

Las tareas de nube de puntos y vídeo no admiten la carga a través de una VPC.

La guía muestra cómo completar los pasos necesarios para añadir y eliminar una configuración de 
Amazon VPC de su personal y cómo cumplir los requisitos previos.

Requisitos previos

Para ejecutar un trabajo de etiquetado de Ground Truth en Amazon VPC, revise los siguientes 
requisitos previos.

• Tiene una Amazon VPC configurada que puede usar. Si no ha configurado una VPC, siga estas 
instrucciones para crear una VPC.

• En función de cómo se haya redactado la plantilla de tareas del trabajador, se podrá acceder 
directamente desde Amazon S3 a los datos de etiquetado almacenados en un bucket de Amazon 
S3 durante las tareas de etiquetado. En estos casos, la red de VPC deberá configurarse para 
permitir el tráfico desde el dispositivo utilizado por el etiquetador humano hacia el bucket S3 que 
contiene los datos de etiquetado.

• Siga los paso en Ver y actualizar los atributos de DNS de su VPC para habilitar los nombres de 
host DNS y la resolución DNS para la VPC.
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Note

Hay dos maneras de configurar la VPC para su personal. Puede hacerlo a través de la
consola o la AWS CLI de SageMaker.

Utilice la consola de SageMaker para gestionar una configuración de VPC

Puede utilizar la consola de SageMaker para añadir o eliminar una configuración de VPC. También 
puede eliminar un personal existente.

Añadir una configuración de VPC a su personal

Cree un personal privado

• Cree un personal privado con Amazon Cognito

• Cree un personal privado con el proveedor de identidades (IdP) de OpenID Connect (OIDC).

Una vez creado su personal privado, añada una configuración de VPC.

1. Diríjase a Amazon SageMaker Runtime en su consola.

2. Seleccione Personal de etiquetado en el panel izquierdo.

3. Seleccione Privado para acceder a su personal privado. Cuando el estado de su personal sea
Activo, seleccione Agregar junto a VPC.

4. Proporcione lo siguiente cuando se le pida lo siguiente:

a. Su VPC

b. Subredes

i. Asegúrese de que su VPC tenga una subred existente

c. Grupos de seguridad

i.
Note

No puede seleccionar más de 5 grupos de seguridad.

d. Una vez completada esta información, elija Confirmar.

5. Tras seleccionar Confirmar, se le redirigirá de nuevo a la página Privado, en la sección Personal 
de etiquetado. Debería ver un cartel verde en la parte superior que dice «La actualización de su 
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personal privado con la configuración de VPC se ha inicializado correctamente». El estado del 
personal se está actualizando. Junto al botón Eliminar personal encontrará el botón Actualizar, 
que puede usar para recuperar el estado más reciente del personal. Una vez que el estado del 
personal haya cambiado a Activo, también se actualizará el ID del punto de conexión de VPC.

Eliminar una configuración de VPC de su personal

Utilice la siguiente información para eliminar una configuración de VPC de su personal con la 
consola.

1. Diríjase a Amazon SageMaker Runtime en su consola.

2. Seleccione Personal de etiquetado en el panel izquierdo.

3. Busque y seleccione su personal.

4. En Resumen del personal privado, busque VPC y seleccione Eliminar, que se encuentra justo al 
lado.

5. Seleccione Eliminar.

Eliminar un personal a través de la consola

Si elimina un personal, no debería tener ningún equipo asociado a dicho personal. Puede eliminar un 
personal solo si el estado del personal es Activo o Con error.

Utilice la siguiente información para eliminar un personal con la consola.

1. Diríjase a Amazon SageMaker Runtime en su consola.

2. Seleccione Personal de etiquetado en el panel izquierdo.

3. Busque y seleccione su personal.

4. Selecciona Eliminar personal.

5. Elija Eliminar.

Uso de la AWS API de Sagemaker para gestionar una configuración de VPC

Descargue los siguientes archivos para usar un nuevo parámetro VpcConfig en la CLI del personal 
de Sagemaker:

sagemaker-2017-07-24.normal.json
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sagemaker-2017-07-24.paginators.json

sagemaker-2017-07-24.waiters-2.json

Tras descargar los archivos, ejecute los siguientes comandos en su CLI:

aws configure add-model --service-model file://./sagemaker-2017-07-24.normal.json --
service-name sagemaker

cp ./sagemaker-2017-07-24.paginators.json ~/.aws/models/sagemaker/2017-07-24/
paginators.json

cp ./sagemaker-2017-07-24.waiters-2.json ~/.aws/models/sagemaker/2017-07-24/
waiters-2.json

Ahora puede probar los cambios de la API mediante CLIAWS. Puede crear un nuevo personal con 
una configuración de VPC o actualizar un personal existente para añadir una configuración de VPC. 
También puede eliminar una configuración de VPC de un personal existente.

Cree un personal con una configuración de VPC

Si la cuenta ya tiene un personal, primero deberá eliminarlo. También puede actualizar el personal 
con la configuración de la VPC.

aws sagemaker create-workforce --cognito-config '{"ClientId": "app-client-
id","UserPool": "Pool_ID",}' --workforce-vpc-config \        
" {\"VpcId\": \"vpc-id\", \"SecurityGroupIds\": [\"sg-0123456789abcdef0\"], \"Subnets
\": [\"subnet-0123456789abcdef0\"]}" --workforce-name workforce-name
{ 
    "WorkforceArn": "arn:aws:sagemaker:us-west-2:xxxxxxxxx:workforce/workforce-name"
} 
             

Describa el personal y asegúrese de que el estado sea Initializing.

aws sagemaker describe-workforce --workforce-name workforce-name
{ 
    "Workforce": { 
        "WorkforceName": "workforce-name", 
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        "WorkforceArn": "arn:aws:sagemaker:us-west-2:xxxxxxxxx:workforce/workforce-
name", 
        "LastUpdatedDate": 1622151252.451, 
        "SourceIpConfig": { 
            "Cidrs": [] 
        }, 
        "SubDomain": "subdomain.us-west-2.sagamaker.aws.com", 
        "CognitoConfig": { 
            "UserPool": "Pool_ID", 
            "ClientId": "app-client-id" 
        }, 
        "CreateDate": 1622151252.451, 
        "WorkforceVpcConfig": { 
            "VpcId": "vpc-id", 
            "SecurityGroupIds": [ 
                "sg-0123456789abcdef0" 
            ], 
            "Subnets": [ 
                "subnet-0123456789abcdef0" 
            ] 
        }, 
        "Status": "Initializing" 
    }
} 
             

Vaya a la consola de Amazon VPC. Seleccione Puntos de conexión en el panel izquierdo. Debe 
haber dos puntos de conexión de VPC creados en su cuenta.

Añadir una configuración de VPC a su personal

Actualice un personal privado que no sea de VPC con una configuración de VPC mediante el 
siguiente comando.

aws sagemaker update-workforce --workforce-name workforce-name\
--workforce-vpc-config "{\"VpcId\": \"vpc-id\", \"SecurityGroupIds\": 
 [\"sg-0123456789abcdef0\"], \"Subnets\": [\"subnet-0123456789abcdef0\"]}" 
             

Describa el personal y asegúrese de que el estado sea Updating.
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aws sagemaker describe-workforce --workforce-name workforce-name
{ 
    "Workforce": { 
        "WorkforceName": "workforce-name", 
        "WorkforceArn": "arn:aws:sagemaker:us-west-2:xxxxxxxxx:workforce/workforce-
name", 
        "LastUpdatedDate": 1622151252.451, 
        "SourceIpConfig": { 
            "Cidrs": [] 
        }, 
        "SubDomain": "subdomain.us-west-2.sagamaker.aws.com", 
        "CognitoConfig": { 
            "UserPool": "Pool_ID", 
            "ClientId": "app-client-id" 
        }, 
        "CreateDate": 1622151252.451, 
        "WorkforceVpcConfig": { 
            "VpcId": "vpc-id", 
            "SecurityGroupIds": [ 
                "sg-0123456789abcdef0" 
            ], 
            "Subnets": [ 
                "subnet-0123456789abcdef0" 
            ] 
        }, 
        "Status": "Updating" 
    }
}                 
             

Diríjase a la consola de Amazon VPC. Seleccione Puntos de conexión en el panel izquierdo. Debe 
haber dos puntos de conexión de VPC creados en su cuenta.

Eliminar una configuración de VPC de su personal

Actualice un personal privado de VPC con una configuración de VPC vacía para eliminar los recursos 
de VPC.

aws sagemaker update-workforce --workforce-name workforce-name\  
--workforce-vpc-config "{}"                 
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Describa el personal y asegúrese de que el estado sea Updating.

aws sagemaker describe-workforce --workforce-name workforce-name
{ 
    "Workforce": { 
        "WorkforceName": "workforce-name", 
        "WorkforceArn": "arn:aws:sagemaker:us-west-2:xxxxxxxxx:workforce/workforce-
name", 
        "LastUpdatedDate": 1622151252.451, 
        "SourceIpConfig": { 
            "Cidrs": [] 
        }, 
        "SubDomain": "subdomain.us-west-2.sagamaker.aws.com", 
        "CognitoConfig": { 
            "UserPool": "Pool_ID", 
            "ClientId": "app-client-id" 
        }, 
        "CreateDate": 1622151252.451, 
        "Status": "Updating" 
    }
}                 
             

Diríjase a la consola de Amazon VPC. Seleccione Puntos de conexión en el panel izquierdo. Se 
deben eliminar los dos puntos de conexión de VPC.

Restrinja el acceso público al portal para trabajadores y mantenga el acceso a través de una VPC

Los trabajadores de un portal para trabajadores de VPC o no VPC pueden ver las tareas de 
etiquetado que tengan asignadas. La tarea consiste en asignar a los trabajadores de un equipo de 
trabajo a través de grupos del OIDC. Es responsabilidad del cliente restringir el acceso a su portal 
para trabajadores públicos configurando la sourceIpConfig en su plantilla.

Note

Tan solo puede restringir el acceso al portal para trabajadores a través de la API de 
SageMaker. No puede hacerlo a través de la consola.

Ejecute el siguiente comando para restringir el acceso público al portal para trabajadores.
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aws sagemaker update-workforce --region us-west-2 \
--workforce-name workforce-demo --source-ip-config '{"Cidrs":["10.0.0.0/16"]}'          
        
             

Una vez establecida la sourceIpConfig en el personal, los trabajadores pueden acceder al portal 
para trabajadores en VPC, pero no a través de la Internet pública.

Note

No puede establecer la restricción sourceIP para el portal para trabajadores en la VPC.

Cifrado de volúmenes de almacenamiento y datos de salida

Con Amazon SageMaker Ground Truth, puede etiquetar datos altamente confidenciales, mantener 
el control de sus datos y aplicar las prácticas recomendadas de seguridad. Mientras se ejecuta su 
trabajo de etiquetado, Ground Truth cifra los datos en tránsito y en reposo. Además, puede usar 
AWS Key Management Service (AWS KMS) con Ground Truth para hacer lo siguiente:

• Utilizar una clave administrada por el cliente para cifrar los datos de salida.

• Utilizar una clave administrada por el cliente de AWS KMS en su trabajo de etiquetado de datos 
automático para cifrar el volumen de almacenamiento asociado a la instancia de computación que 
se utiliza para el entrenamiento y la inferencia de modelos.

Utilice los temas de esta página para obtener información sobre las características de seguridad de 
Ground Truth.

Use su clave KMS para cifrar los datos de salida

Opcionalmente, puede proporcionar una clave administrada por el cliente de AWS KMS cuando cree 
un trabajo de etiquetado, que Ground Truth utilizará para cifrar sus datos de salida.

Si no proporciona una clave administrada por el cliente, Amazon SageMaker utiliza la Clave 
administrada de AWSpredeterminada de Amazon S3 para la cuenta de su rol para cifrar los datos de 
salida.
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Si proporciona una clave administrada por el cliente, debe añadir los permisos necesarios a la clave 
que se describen en Cifre los datos de salida y el volumen de almacenamiento con AWS KMS. 
Cuando utiliza la operación de la API CreateLabelingJob, puede especificar su identificador 
de clave administrada por el cliente mediante el parámetro KmsKeyId. Consulte el siguiente 
procedimiento para obtener información sobre cómo añadir una clave administrada por el cliente al 
crear un trabajo de etiquetado mediante la consola.

Para añadir una clave AWS KMS para cifrar los datos de salida (consola):

1. Complete los 7 pasos que se indican en Crear un trabajo de etiquetado (consola).

2. En el paso 8, seleccione la flecha situada junto a Configuración adicional para ampliar esta 
sección.

3. En Clave de cifrado, seleccione la clave AWS KMS que quiere utilizar para cifrar los datos de 
salida.

4. Complete el resto de los pasos de Crear un trabajo de etiquetado (consola) para crear un trabajo 
de etiquetado.

Utilice su clave KMS para cifrar el volumen de almacenamiento del etiquetado de datos automático 
(solo API)

Cuando crea un trabajo de etiquetado con etiquetado de datos automático mediante la operación 
de la API CreateLabelingJob, tiene la opción de cifrar el volumen de almacenamiento asociado 
a las instancias de computación de ML que ejecutan los trabajos de entrenamiento e inferencia. 
Para añadir cifrado a su volumen de almacenamiento, utilice el parámetro VolumeKmsKeyId para 
introducir una clave administrada por el cliente de AWS KMS. Para obtener más información sobre 
este parámetro, consulte LabelingJobResourceConfig.

Si especifica un identificador de clave o ARN para VolumeKmsKeyId, su rol de ejecución de 
SageMaker debe incluir permisos para llamar a kms:CreateGrant. Para obtener información sobre 
cómo agregar este permiso a un rol de ejecución, consulte Cree un rol de ejecución de SageMaker 
para un trabajo de etiquetado de Ground Truth.

Note

Si especifica una clave administrada por el cliente de AWS KMS al crear un trabajo de 
etiquetado en la consola, esa clave solo se utilizará para cifrar los datos de salida. No se 
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utiliza para cifrar el volumen de almacenamiento asociado a las instancias de computación 
de ML que se utilizan para el etiquetado de datos automático.

Autenticación y restricciones del personal

Ground Truth le permite utilizar su propio personal privado para llevar a cabo trabajos de etiquetado. 
El personal privado es un concepto abstracto y se refiere a un conjunto de personas que trabajan 
para usted. Cada trabajo de etiquetado se crea utilizando un equipo de trabajo, compuesto por 
trabajadores de su personal. Ground Truth admite la creación de personal privado mediante Amazon 
Cognito.

Un personal de Ground Truth se asigna a un grupo de usuarios de Amazon Cognito. Un equipo de 
trabajo de Ground Truth se asigna a un grupo de usuarios de Amazon Cognito. Amazon Cognito 
administra la autenticación de los trabajadores. Amazon Cognito admite la conexión Open ID (OIDC) 
y los clientes pueden configurar la federación de Amazon Cognito con su propio proveedor de 
identidad (IdP).

Ground Truth solo permite un personal por cuenta y región de AWS. Cada personal tiene una URL 
exclusiva de inicio de sesión del portal de trabajo de Ground Truth.

También puede restringir los trabajadores a un intervalo de direcciones IP/bloque de enrutamiento de 
interdominios sin clases (CIDR). Esto significa que los anotadores deben estar en una red concreta 
para acceder al sitio de anotación. Puede añadir hasta cuatro bloques de CIDR para un personal. 
Para obtener más información, consulte Gestione el personal privado mediante la API de Amazon 
SageMaker.

Para obtener información sobre cómo crear personal privado, consulte Creación de un personal 
privado (Amazon Cognito).

Restringir el acceso a los tipos de personal

Los equipos de trabajo de Amazon SageMaker Ground Truth se dividen en tres tipos de personal: 
públicos (con Amazon Mechanical Turk), privados y de proveedores. Para restringir el acceso del 
usuario a un equipo de trabajo específico utilizando uno de estos tipos o el ARN del equipo de 
trabajo, utilice las claves de condición sagemaker:WorkteamType y/o sagemaker:WorkteamArn. 
Para la clave de condición sagemaker:WorkteamType, utilice operadores de condición de cadena. 
Para la clave de condición de sagemaker:WorkteamArn, utilice los operadores de condición de 
Nombre de recurso de Amazon (ARN). Si el usuario intenta crear un trabajo de etiquetado con un 
equipo de trabajo restringido, SageMaker devuelve un error de acceso denegado.
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Las políticas siguientes muestran diferentes formas de utilizar las claves de condición
sagemaker:WorkteamType y sagemaker:WorkteamArn con los operadores de condición 
adecuados y los valores de condición válidos.

En el ejemplo siguiente se utiliza la clave de condición sagemaker:WorkteamType con el operador 
de condición StringEquals para restringir el acceso a un equipo de trabajo público. Acepta valores 
de condición en el siguiente formato: workforcetype-crowd, donde tipo de personal puede 
ser igual public, private, o vendor.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:WorkteamType": "public-crowd" 
                } 
            } 
        } 
    ]
}

Las siguientes políticas muestran cómo restringir el acceso a un equipo de trabajo público mediante 
la clave de condición sagemaker:WorkteamArn. El primero muestra cómo usarlo con un regex-
variant de IAM válido del ARN del equipo de trabajo y el operador de condición de ArnLike. El 
segundo muestra cómo usarla con el operador de condición ArnEquals y el ARN del equipo de 
trabajo.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
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                "ArnLike": { 
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:*:*:workteam/public-
crowd/*" 
                } 
            } 
        } 
    ]
}

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "ArnEquals": { 
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:us-
west-2:394669845002:workteam/public-crowd/default" 
                } 
            } 
        } 
    ]
}

Supervisar el estado de trabajos de etiquetado

Para supervisar el estado de sus trabajos de etiquetado, puede configurar una regla de Eventos de 
Amazon CloudWatch (Eventos de CloudWatch) para Amazon SageMaker Ground Truth (Ground 
Truth) para enviar un evento a Eventos de CloudWatch cuando el estado de un trabajo de etiquetado 
cambie a Completed, Failed o Stopped o cuando un trabajador acepte, rechace, envíe o 
devuelva una tarea.

Una vez que ha creado una regla, puede añadirle un destino. Eventos de CloudWatch utiliza este 
destino para invocar a otro servicio de AWS para procesar el evento. Por ejemplo, puede crear un 
destino utilizando un tema de Amazon Simple Notification Service (Amazon SNS) para recibir una 
notificación por correo electrónico cuando cambie el estado de un trabajo de etiquetado.

Requisitos previos:
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Para crear una regla de Eventos de CloudWatch, necesitará un rol de AWS Identity and Access 
Management (IAM) con una política de confianza events.amazonaws.com asociada. A continuación 
se muestra un ejemplo de una política de confianza events.amazonaws.com.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "", 
      "Effect": "Allow", 
      "Principal": { 
        "Service": [ 
          "events.amazonaws.com" 
        ] 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}

Temas

• Enviar eventos a Eventos de CloudWatch

• Configurar un destino para procesar eventos

• Vencimiento del trabajo de etiquetado

• Rechazar tareas

Enviar eventos a Eventos de CloudWatch

Si desea configurar una regla de Eventos de CloudWatch para obtener actualizaciones de estado, 
o eventos, para los trabajos de etiquetado de Ground Truth, utilice el comando AWS Command 
Line Interface (AWS CLI) put-rule. Puede filtrar los eventos que se envían a la regla por cambio 
de estado. Por ejemplo, puede crear una regla que le notifique solo si el estado de un trabajo de 
etiquetado cambia a Completed. Al utilizar el comando put-rule, especifique lo siguiente para 
recibir los estados del trabajo de etiquetado:

• \"source\":[\"aws.sagemaker\"]

• \"detail-type\":[\"SageMaker Ground Truth Labeling Job State Change\"]
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Para configurar una regla de Eventos de CloudWatch a fin de observar todos los cambios de estado, 
utilice el siguiente comando y sustituya el texto del marcador de posición. Por ejemplo, reemplace
"GTLabelingJobStateChanges" por un nombre de regla de Eventos de CloudWatch único y
"arn:aws:iam::111122223333:role/MyRoleForThisRule" por el número de recurso de 
Amazon (ARN) de un rol de IAM con una política de confianza events.amazonaws.com asociada.

aws events put-rule --name "GTLabelingJobStateChanges" 
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker 
 Ground Truth Labeling Job State Change\"]}"  
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule" 
    --region "region"

Para filtrar por estado del trabajo, utilice la sintaxis \"detail\":{\"LabelingJobStatus\":
[\"Status\"]}}". Los valores válidos para Status son Completed, Failed y Stopped.

En el ejemplo siguiente se crea una regla de Eventos de CloudWatch que le notifica cuando un 
trabajo de etiquetado en us-west-2 (Oregón) cambia a Completed.

aws events put-rule --name "LabelingJobCompleted"  
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker 
 Ground Truth Labeling Job State Change\"], \"detail\":{\"LabelingJobStatus\":
[\"Completed\"]}}"   
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule"  
    --region us-west-2

En el ejemplo siguiente se crea una regla de Eventos de CloudWatch que le notifica cuando un 
trabajo de etiquetado en us-east-1 (Virginia) cambia a Completed o Failed.

aws events put-rule --name "LabelingJobCompletedOrFailed"  
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker 
 Ground Truth Labeling Job State Change\"], \"detail\":{\"LabelingJobStatus\":
[\"Completed\", \"Failed\"]}}"   
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule"  
    --region us-east-1

Para obtener más información sobre la solicitud de put-rule, consulte Patrones de eventos en 
Eventos de CloudWatch, en la Guía del usuario de Eventos de Amazon CloudWatch.
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Configurar un destino para procesar eventos

Después de crear una regla, se envían eventos similares a los siguientes a Eventos de CloudWatch. 
En este ejemplo, el estado test-labeling-job del trabajo de etiquetado cambió a Completed.

{ 
    "version": "0", 
    "id": "111e1111-11d1-111f-b111-1111b11dcb11", 
    "detail-type": "SageMaker Ground Truth Labeling Job State Change", 
    "source": "aws.sagemaker", 
    "account": "111122223333", 
    "time": "2018-10-06T12:26:13Z", 
    "region": "us-east-1", 
    "resources": [ 
        "arn:aws:sagemaker:us-east-1:111122223333:labeling-job/test-labeling-job" 
    ], 
    "detail": {       
        "LabelingJobStatus": "Completed" 
    }
}

Para procesar eventos, debe configurar un destino. Por ejemplo, si desea recibir un correo 
electrónico cuando cambie el estado de trabajo de etiquetado, utilice un procedimiento de
Configuración de notificaciones de Amazon SNS, en la Guía del usuario de Amazon CloudWatch, 
para configurar un tema de Amazon SNS y suscribir su correo electrónico a este. Una vez que haya 
creado un tema, puede usarlo para crear un destino.

Para añadir un destino a la regla de Eventos de CloudWatch

1. Abra la consola de CloudWatch: https://console.aws.amazon.com/cloudwatch/home.

2. En el panel de navegación, seleccione Reglas.

3. Elija la regla a la que desea agregar un objetivo.

4. Seleccione Acciones y, a continuación, Editar.

5. En Destinos, elija Agregar destino y elija el servicio de AWS que desea accionar cuando se 
detecte un evento de cambio de estado de trabajo de etiquetado.

6. Configure el destino. Para obtener instrucciones, consulte el tema sobre la configuración de un 
destino en la documentación de AWS para ese servicio.

7. Seleccione Configurar los detalles.
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8. En Nombre, introduzca un nombre y, opcionalmente, proporcione detalles sobre el propósito de 
la regla en Descripción.

9. Asegúrese de que la casilla de verificación situada junto a Estado está activada para que la regla 
aparezca como Habilitada.

10. Elija Actualizar regla.

Vencimiento del trabajo de etiquetado

Si el trabajo de etiquetado no se completa en un plazo de 30 días, vencerá. Si el trabajo de 
etiquetado ha vencido, puede encadenarlo para crear un nuevo trabajo de etiquetado que solo envíe 
datos sin etiqueta a los trabajadores. Para obtener más información y aprender a crear un trabajo de 
etiquetado con encadenamiento, consulte Encadenar trabajos de etiquetado.

Rechazar tareas

Los trabajadores pueden rechazar tareas.

Los trabajadores rechazan una tarea si las instrucciones no son claras, los datos de entrada no 
se muestran correctamente o si encuentran algún otro problema con la tarea. Si el número de 
trabajadores por objeto del conjunto de datos (NumberOfHumanWorkersPerDataObject) rechaza 
la tarea, el objeto de datos se marca como caducado y no se enviará a más trabajadores.

Usa Amazon SageMaker Ground Truth Plus para etiquetar datos

Amazon SageMaker Ground Truth Plus es un servicio de etiquetado de datos listo para usar que 
utiliza una fuerza laboral experta para entregar anotaciones de alta calidad rápidamente y reduce los 
costos hasta en un 40%. Con SageMaker Ground Truth Plus, los científicos de datos y los gerentes 
comerciales, como los gerentes de operaciones de datos y los gerentes de programas, pueden crear 
conjuntos de datos de capacitación de alta calidad sin tener que crear aplicaciones de etiquetado y 
administrar el personal de etiquetado por su cuenta. Puedes empezar a utilizar Amazon SageMaker 
Ground Truth Plus subiendo los datos junto con los requisitos de etiquetado en Amazon S3.

¿Por qué usar SageMaker Ground Truth Plus?

Para entrenar un modelo de machine learning (ML), los científicos de datos necesitan un conjunto 
de datos grande, de alta calidad y etiquetado. A medida que crece la adopción del ML, aumentan las 
necesidades de etiquetado. Esto obliga a los científicos de datos a dedicar semanas a crear flujos de 
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trabajo de etiquetado de datos y a gestionar el personal de etiquetado de datos. Lamentablemente, 
esto ralentiza la innovación y aumenta los costes. A fin de que los científicos de datos puedan 
dedicar su tiempo a crear, entrenar e implementar modelos de machine learning, suelen encargar 
a otros equipos internos, compuestos por jefes de operaciones de datos y jefes de programas, que 
produzcan conjuntos de datos de entrenamiento de alta calidad. Sin embargo, estos equipos no 
suelen tener acceso a las habilidades necesarias para ofrecer conjuntos de datos de entrenamiento 
de alta calidad, lo que afecta a los resultados del machine learning. Por lo tanto, necesitamos un 
socio de etiquetado de datos que pueda ayudarlos a crear conjuntos de datos de entrenamiento, de 
alta calidad y a escala sin consumir sus recursos internos.

Al cargar los datos, SageMaker Ground Truth Plus configura los flujos de trabajo de etiquetado 
de datos y los gestiona en su nombre. A partir de ahí, una fuerza laboral experta capacitada en 
una variedad de tareas de aprendizaje automático (ML) realiza el etiquetado de datos. SageMaker 
Ground Truth Plus ofrece actualmente dos tipos de fuerza laboral experta: una fuerza laboral 
empleada por Amazon y una lista seleccionada de proveedores externos. SageMaker Ground Truth 
Plus le brinda la flexibilidad de elegir la fuerza laboral de etiquetado. AWSlos expertos seleccionan 
la mejor fuerza laboral de etiquetado en función de los requisitos de su proyecto. Por ejemplo, si 
necesita personas competentes en el etiquetado de archivos de audio, especifíquelo en las pautas 
proporcionadas a SageMaker Ground Truth Plus, y el servicio seleccionará automáticamente a los 
etiquetadores con esas habilidades.

Important

SageMaker Ground Truth Plus no admite datos certificados por PHI, PCI o FedRAMP, y no 
debe proporcionar estos datos a Ground SageMaker Truth Plus.

¿Cómo funciona SageMaker Ground Truth Plus?

Un flujo de trabajo consta de cinco componentes principales.

• Solicitud de un proyecto

• Creación de un proyecto

• Acceso al portal de proyectos para supervisar el progreso de los conjuntos de datos de 
entrenamiento y revisar los datos etiquetados

• Creación de un lote

• Recepción de los datos etiquetados

Ground Truth Plus 1848



Amazon SageMaker Guía para desarrolladores

¿Cómo uso SageMaker Ground Truth Plus?

Si es la primera vez que usa SageMaker Ground Truth Plus, use Cómo empezar con Amazon 
SageMaker Ground Truth Plus. get started. Para acceder a SageMaker Ground Truth Plus mediante 
la SageMaker consola, debes estar en EE. UU. Este (Virginia del Norte) (us-east-1).

Cómo empezar con Amazon SageMaker Ground Truth Plus.

La guía muestra cómo completar los pasos necesarios para iniciar un proyecto de Amazon 
SageMaker Ground Truth Plus, revisar las etiquetas y cumplir los requisitos previos de SageMaker 
Ground Truth Plus.

Para empezar a usar SageMaker Ground Truth Plus, revise Configurar los requisitos previos de 
Amazon SageMaker Ground Truth Plus yComponentes principales de Amazon SageMaker Ground 
Truth Plus.

Configurar los requisitos previos de Amazon SageMaker Ground Truth Plus

Utilice la siguiente información para registrarse en una cuenta de AWS. Si ya tiene una cuenta de 
AWS, omita este paso.

Registro para obtener una Cuenta de AWS

Si no dispone de una Cuenta de AWS, siga estos pasos para crear una.

Cómo registrarse para una Cuenta de AWS

1. Abra https://portal.aws.amazon.com/billing/signup.

2. Siga las instrucciones que se le indiquen.

Parte del procedimiento de registro consiste en recibir una llamada telefónica e indicar un código 
de verificación en el teclado del teléfono.

Al registrarse en una Cuenta de AWS, se crea un Usuario raíz de la cuenta de AWS. El usuario 
raíz tendrá acceso a todos los Servicios de AWS y recursos de esa cuenta. Como práctica 
recomendada de seguridad, asigne acceso administrativo a un usuario administrativo y utilice 
únicamente el usuario raíz para realizar tareas que requieran acceso de usuario raíz.
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AWS le enviará un correo electrónico de confirmación luego de completar el proceso de registro. 
Puede ver la actividad de la cuenta y administrar la cuenta en cualquier momento entrando en https:// 
aws.amazon.com/ y seleccionando Mi cuenta.

Crear un usuario administrativo

Después de registrarse para obtener una Cuenta de AWS, proteja su Usuario raíz de la cuenta de 
AWS, habilite AWS IAM Identity Center y cree un usuario administrativo para no utilizar el usuario 
raíz en las tareas cotidianas.

Protección de su Usuario raíz de la cuenta de AWS

1. Inicie sesión en la AWS Management Console como propietario de cuenta, elija Usuario raíz e 
ingrese el email de su Cuenta de AWS. En la siguiente página, escriba su contraseña.

Para obtener ayuda para iniciar sesión con el usuario raíz, consulte Signing in as the root user
en la Guía del usuario de AWS Sign-In.

2. Active la autenticación multifactor (MFA) para el usuario raíz.

Para obtener instrucciones, consulte Habilitar un dispositivo MFA virtual para el usuario raíz de 
la Cuenta de AWS (consola) en la Guía del usuario de IAM.

Creación de un usuario administrativo

1. Activar IAM Identity Center

Para conocer las instrucciones, consulte Habilitar AWS IAM Identity Center en la Guía del 
usuario de AWS IAM Identity Center.

2. En IAM Identity Center, otorga acceso administrativo a un usuario administrativo.

Para ver un tutorial sobre el uso de Directorio de IAM Identity Center como origen de identidad, 
consulte Configurar el acceso de los usuarios con la configuración predeterminada de Directorio 
de IAM Identity Center en la Guía del usuario de AWS IAM Identity Center.

Cómo iniciar sesión como usuario administrativo

• Para iniciar sesión con el usuario del IAM Identity Center, utilice la URL de inicio de sesión que 
se envió a la dirección de correo electrónico cuando creó el usuario del IAM Identity Center.
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Para obtener ayuda para iniciar sesión con un usuario del IAM Identity Center, consulte Iniciar 
sesión en el portal de acceso de AWS en la Guía del Usuario de AWS Sign-In.

Componentes principales de Amazon SageMaker Ground Truth Plus

Los siguientes términos son clave para entender las capacidades de SageMaker Ground Truth Plus:

• Proyecto: Cada colaboración cualificada con un AWS experto da como resultado un proyecto 
SageMaker Ground Truth Plus. Un proyecto puede estar en fase piloto o de producción.

• Lote: un lote es una colección de objetos de datos recurrentes similares, como imágenes, 
fotogramas de vídeo y texto, que se van a etiquetar. Un proyecto puede tener varios lotes.

• Métricas: Las métricas son datos sobre tu proyecto SageMaker Ground Truth Plus para una fecha 
específica o durante un intervalo de fechas.

• Tipo de tarea: SageMaker Ground Truth Plus admite cinco tipos de tareas para el etiquetado de 
datos. También puede tener un tipo de tarea personalizado. Estos tipos son texto, imagen, vídeo, 
audio y nube de puntos 3D.

• Objetos de datos: elementos individuales que se van a etiquetar.

Solicitar un proyecto

Para usar Amazon SageMaker Ground Truth Plus, comience solicitando un proyecto.

1. En la pestaña Ground Truth de Amazon SageMaker, selecciona Plus.

2. En la página SageMaker Ground Truth Plus, seleccione Solicitar proyecto.

3. Se abrirá una página titulada Solicitar un proyecto. La página incluye los campos Información 
general e Información general del proyecto. Introduzca la información siguiente

a. En Información general, introduzca nombre, apellidos y dirección de correo electrónico 
empresarial. Tras enviar la solicitud, un experto de AWS utilizará esta información para 
ponerse en contacto con usted y hablar sobre el proyecto.

b. En Información general del proyecto, introduzca el nombre del proyecto y la descripción 
del proyecto. Elija el tipo de tarea en función de sus datos y caso de uso. También puede 
indicar si sus datos contienen información de identificación personal (PII).

c. Cree o seleccione un rol de IAM que conceda permisos a SageMaker Ground Truth Plus 
para realizar un trabajo de etiquetado seleccionando una de las siguientes opciones.
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i. Puede Crear un rol de IAM que proporcione acceso a cualquier bucket de S3 que 
especifique.

ii. Puede Especificar el ARN de un rol de IAM personalizado.

iii. Puede elegir un rol existente.

iv. Si utiliza un rol existente o un ARN de rol de IAM personalizado, asegúrese de tener el 
siguiente rol de IAM y política de confianza.

Rol de IAM

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:GetBucketLocation", 
                "s3:ListBucket", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::your-bucket-name", 
                "arn:aws:s3:::your-bucket-name/*"  
                //Ex: "arn:aws:s3:::input-data-to-label/*" 
            ] 
        } 
    ]
}

Política de confianza

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker-ground-truth-plus.amazonaws.com" 
            }, 
            "Action": "sts:AssumeRole" 
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        } 
    ]
}

4. Seleccione Solicitar un proyecto.

Una vez que haya creado un proyecto, lo encontrará en la página SageMaker Ground Truth Plus, en 
la sección Proyectos. El estado del proyecto debe ser Revisión en curso

Note

No puede tener más de cinco proyectos con el estado Revisión en curso.

Creación de un equipo de proyecto

Un equipo de proyecto proporciona acceso a los miembros de su organización o equipo para realizar 
un seguimiento de los proyectos, ver las métricas y revisar las anotaciones. Puede crear un equipo 
de proyecto de SageMaker Ground Truth Plus una vez que haya compartido sus datos en un bucket 
de Amazon S3.

Para añadir miembros del equipo mediante Amazon Cognito, dispone de dos opciones:

1. Crear un nuevo grupo de usuarios de Amazon Cognito

a. Introduzca un nombre de grupo de usuarios de Amazon Cognito. Este nombre no se puede 
cambiar.

b. Introduzca las direcciones de correo electrónico de hasta 50 miembros del equipo en el 
campo Direcciones de correo electrónico. Las direcciones tienen que ir separados por una 
coma.

c. Seleccione Crear equipo de proyecto.
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d. Los miembros de su equipo reciben un correo electrónico invitándolos a unirse al equipo de 
proyecto de SageMaker Ground Truth Plus, como se muestra en la siguiente imagen.
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2. Importe los miembros del equipo desde grupos de usuarios existentes de Amazon Cognito.

a. Seleccione un grupo de usuarios que haya creado. Los conjuntos de usuarios requieren 
un dominio y un grupo de usuarios existente. Si aparece un error que indica que falta el 
dominio, establézcalo en las opciones Nombre de dominio, dentro de la página Integración 
de la aplicación de la consola Amazon Cognito para su grupo.

b. Elija un cliente de aplicación. Le recomendamos que utilice un cliente generado por Amazon 
SageMaker.

c. Elija un grupo de usuarios del conjunto para importar sus miembros.

d. Seleccione Crear equipo de proyecto.

Puede ver y administrar la lista de los miembros del equipo con la consola de AWS.
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Para añadir miembros al equipo después de crear el equipo del proyecto:

1. Seleccione Invitar a nuevos miembros en la sección Miembros.

2. Introduzca las direcciones de correo electrónico de hasta 50 miembros del equipo en el campo
Direcciones de correo electrónico. Las direcciones tienen que ir separados por una coma.

3. Seleccione Invitar a nuevos miembros

Para eliminar miembros del equipo existentes:

1. Seleccione el miembro del equipo que desea eliminar en la sección Miembros.

2. Elija Eliminar (Delete).

Cuando haya agregado miembros a su equipo de proyecto, podrá abrir el portal del proyecto para 
acceder a sus proyectos.

Abra el portal del proyecto

Una vez que haya enviado correctamente el formulario de admisión y haya creado un equipo de 
proyecto, podrá acceder al proyecto SageMaker Ground Truth Plus seleccionando Abrir portal de 
proyectos en la consola de AWS.

Cada proyecto consta de uno o varios lotes. Un lote es una colección de objetos de datos similares 
recurrentes (texto, imagen, fotograma de vídeo y nube de puntos) que se van a etiquetar. El portal de 
proyectos le proporciona transparencia sobre el proceso de etiquetado de datos. Puede mantenerse 
actualizado sobre un proyecto, crear lotes dentro de un proyecto, revisar el progreso de los conjuntos 
de datos en varios proyectos y analizar las métricas del proyecto. El portal de proyectos también te 
permite revisar un subconjunto de los datos etiquetados y enviar comentarios. Puede configurar las 
columnas que se muestran en el proyecto y en la tabla de lotes.
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Puede utilizar el portal de proyectos de SageMaker Ground Truth Plus para realizar un seguimiento 
de los siguientes detalles sobre su proyecto.

Nombre del proyecto: cada proyecto se identifica con un nombre único.

Estado: un proyecto de SageMaker Ground Truth Plus tiene uno de los siguientes tipos de estado.

1. Revisión en curso: ha enviado correctamente el formulario de solicitud de proyecto. En estos 
momentos, un experto de AWS está revisando su solicitud.

2. Solicitud aprobada: se aprueba su solicitud de proyecto. Ahora puede compartir sus datos creando 
un nuevo lote desde el portal de proyectos.

3. Progreso de la configuración y diseño del flujo de trabajo: un experto de AWS está configurando 
su proyecto.

4. Proyecto piloto en curso: el etiquetado de objetos para el proyecto en la fase piloto está 
actualmente en curso.

5. Prueba piloto finalizada: se ha completado el etiquetado de los objetos y los datos etiquetados se 
almacenan en su bucket de Amazon S3.

6. Precios completos: un experto de AWS compartirá con usted los precios del proyecto de 
producción.

7. Contrato ejecutado: el contrato está completo.

8. Producción en curso: el etiquetado del proyecto en la etapa de producción está en progreso.

9. Producción finalizada: se ha completado el etiquetado de los objetos y los datos etiquetados se 
almacenan en su bucket de Amazon S3.

10.En pausa: el proyecto está actualmente en pausa a petición suya.

Tipo de tarea: SageMaker Ground Truth Plus le permite etiquetar cinco tipos de tareas (texto, 
imagen, vídeo, audio y nube de puntos).

Lotes: número total de lotes de un proyecto.

Fecha de creación del proyecto: fecha de inicio de un proyecto.

Total de objetos: número total de objetos que se van a etiquetar en todos los lotes.

Objetos completados: número de objetos etiquetados.

Objetos restantes: número de objetos que quedan por etiquetar.
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Objetos con error: número de objetos que no se pueden etiquetar debido a un problema con los 
datos de entrada.

Crear un lote

Puede utilizar el portal de proyectos para crear lotes para un proyecto después de cambiar el estado 
del proyecto a Solicitud aprobada.

Para crear un lote, haga lo siguiente.

1. Seleccione un proyecto eligiendo el nombre del proyecto.
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2. Se abre una página con el nombre del proyecto. En la sección Lotes, seleccione Crear lote.

3. Introduzca el nombre del lote, la descripción del lote, la ubicación S3 para los conjuntos de datos 
de entrada y la ubicación S3 para los conjuntos de datos de salida.

4. Elija Submit (Enviar).

Para crear un lote correctamente, asegúrese de que cumple los siguientes criterios:

• Sus datos se encuentran en la región Este de EE. UU. (Norte de Virginia).

• El tamaño máximo de cada archivo no es superior a 2 gigabytes.

• El número máximo de archivos en un lote es de 10 000.

• El tamaño total de un lote es inferior a 100 gigabytes.

• No tiene más de cinco lotes con el estado Transferencia de datos en curso.

Note

No puede crear un lote antes de que el estado del proyecto cambie a Solicitud aprobada.

Revisión de las métricas

Las métricas son datos sobre su proyecto SageMaker Ground Truth Plus para una fecha específica o 
dentro de un intervalo de fechas.

Puede revisar las métricas de todos los lotes o elegir el lote que desee, como se muestra en la 
siguiente imagen.
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Puede revisar las siguientes métricas sobre el lote.

Total de objetos: número total de objetos en un lote o en todos los lotes.

Objetos completados por día: número total de objetos etiquetados en una fecha específica o en un 
intervalo de fechas.

Etiquetas completadas por día: número total de etiquetas completadas en una fecha específica o en 
un intervalo de fechas. Un objeto puede tener más de una etiqueta.
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Revisión de lotes

Cada proyecto de Amazon SageMaker Ground Truth Plus consta de uno o más lotes. Cada lote está 
compuesto por objetos de datos que se van a etiquetar. Puede ver todos los lotes de su proyecto 
mediante el portal de proyectos, como se muestra en la siguiente imagen.

Puede utilizar el portal de proyectos SageMaker Ground Truth Plus para realizar un seguimiento de 
los siguientes detalles de cada lote.

Nombre del lote: cada lote se identifica con un nombre de lote único.

Estado: un lote de SageMaker Ground Truth Plus tiene uno de los siguientes tipos de estado.

1. Solicitud enviada: ha enviado correctamente un lote nuevo.

2. Fallo en la transferencia de datos: la transferencia de datos ha sufrido errores. Compruebe el 
motivo del error y cree un nuevo lote después de corregir el error.

3. Datos recibidos: hemos recibido sus datos de entrada sin etiquetar.

4. En curso: el etiquetado de datos está en curso.

5. Listo para revisión: se ha completado el etiquetado de datos. Un subconjunto de objetos 
etiquetados del lote está listo para la revisión. Se trata de un paso opcional.

6. Envío de revisión en curso: los comentarios de la revisión se están procesando.

7. Revisión completa: ha revisado el lote correctamente. A continuación, debe aceptarlo o 
rechazarlo. Esta acción no se puede deshacer.
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8. Aceptado: ha aceptado los datos etiquetados y los recibirá en su bucket de Amazon S3 en breve.

9. Rechazado: es necesario reprocesar los datos etiquetados.

10.Enviados para reprocesamiento: los datos etiquetados se envían para el reprocesamiento. Puede 
revisar el lote después de que su estado cambie a Listo para revisión.

11.Listos para la entrega: los datos etiquetados están listos para transferirse a su bucket de Amazon 
S3.

12.Datos entregados: se ha completado el etiquetado de los objetos y los datos etiquetados se 
almacenan en su bucket de Amazon S3.

13.En pausa: el lote está en pausa a petición suya.

Tipo de tarea: SageMaker Ground Truth Plus le permite etiquetar cinco tipos de tareas (texto, 
imagen, vídeo, audio y nube de puntos).

Fecha de creación del lote: fecha en que se creó el lote.

Total de objetos: número total de objetos que se van a etiquetar en un lote.

Objetos completados: número de objetos etiquetados.

Objetos restantes: número de objetos que quedan por etiquetar.

Objetos con error: número de objetos que no se pueden etiquetar debido a un problema con los 
datos de entrada.

Objetos por revisar: número de objetos que están listos para la revisión.

Objetos con comentarios: número de objetos que han recibido comentarios de los miembros del 
equipo.

SageMaker Ground Truth Plus le permite revisar un conjunto de muestras de sus datos etiquetados 
(determinados durante la consulta inicial) a través de la interfaz de usuario de revisión que se 
muestra en la siguiente imagen.
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El portal permite que usted y los miembros del equipo del proyecto revisen un pequeño conjunto 
de muestras de los objetos etiquetados de cada lote. Puede enviar comentarios sobre cada objeto 
etiquetado de ese subconjunto a través de esta interfaz de usuario. La interfaz de usuario de revisión 
te permite navegar por el subconjunto de objetos etiquetados y proporcionar comentarios sobre esos 
objetos etiquetados.

Puede realizar las siguientes acciones con la interfaz de usuario de revisión.

• Utilice los controles de flecha de la parte inferior izquierda para navegar por los objetos de datos.

• Puede enviar comentarios sobre cada objeto. La sección de comentarios se encuentra en el panel 
derecho. Seleccione Enviar para enviar comentarios sobre todas las imágenes.

• Use los controles de imagen de la bandeja inferior para ampliar, desplazar y controlar el contraste.

• Si tiene pensado volver para terminar la revisión, seleccione Parar y reanudar más tarde, en la 
parte superior derecha.

• Seleccione Guardar para guardar el progreso. El progreso también se guarda automáticamente 
cada quince minutos.

• Para salir de la interfaz de usuario de revisión, seleccione Cerrar en la esquina superior derecha 
de la interfaz de revisión.
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• Puede verificar los atributos de la etiqueta y los atributos del marco en cada marco desde el panel 
de la derecha. No puede crear objetos nuevos ni modificar los existentes en esta tarea.

Aceptar o rechazar lotes

Después de revisar un lote, debe elegir entre aceptarlo o rechazarlo.

Si acepta un lote, el resultado de ese trabajo de etiquetado se coloca en el bucket de Amazon S3 
que especifique. Una vez que los datos se envían a su bucket de S3, el estado del lote cambia de
Aceptado a Datos entregados.

Si rechaza un lote, puedes enviarnos sus comentarios y explicar los motivos del rechazo.

SageMaker Ground Truth Plus le permite proporcionar comentarios en el nivel del objeto de datos y 
en el de lote. Puede enviar comentarios sobre los objetos de datos a través de la interfaz de usuario 
de revisión. Puede utilizar el portal de proyectos para enviar comentarios sobre cada lote. Cuando 
rechaza un lote, un experto de AWS se pone en contacto con usted para determinar el proceso de 
reprocesamiento y los pasos que se deben seguir para el lote.

Note

Aceptar o rechazar un lote es una acción que se realiza una sola vez y no se puede 
deshacer. Es necesario aceptar o rechazar todos los lotes del proyecto.

Utilizar los datos sintéticos de Amazon SageMaker Ground Truth 
para generar y etiquetar datos

Los datos sintéticos de Amazon SageMaker Ground Truth son un servicio de generación y etiquetado 
de datos listo para usar que permite a los científicos de machine learning (ML) adquirir imágenes 
que se utilizan para entrenar modelos de visión artificial (CV) de forma más rápida y rentable. Para 
entrenar un modelo de CV, los científicos de datos necesitan un conjunto de datos grande, de 
alta calidad y etiquetado. Con los datos sintéticos de Ground Truth, los científicos de ML pueden 
generar y etiquetar miles de imágenes en cuestión de días. Los datos sintéticos de Ground Truth 
utilizan modelos 3D generados por computadora para crear entornos virtuales que representan 
escenarios del mundo real, generan imágenes sintéticas capturadas en estos entornos y agregan 
automáticamente etiquetas a cada imagen. Puede utilizar las imágenes sintéticas etiquetadas con 

Aceptar o rechazar lotes 1864



Amazon SageMaker Guía para desarrolladores

los servicios de entrenamiento de modelos de CV de AWS, como Amazon SageMaker y Amazon 
Lookout for Vision.

¿Por qué usar los datos sintéticos de Ground Truth?

La recopilación y el etiquetado de datos en entornos dinámicos con variaciones en el tamaño, la 
forma, el color, la posición, el fondo y la iluminación de los objetos suele ser un proceso lento y 
costoso. Para entrenar eficazmente un modelo para que funcione en un entorno dinámico, los 
científicos de ML deben recopilar un gran conjunto de imágenes del mundo real que representen 
todos los escenarios posibles, un proceso que puede llevar meses. En el caso de situaciones 
que no se producen con frecuencia, como los defectos de productos infrecuentes o la colocación 
defectuosa de los productos, capturar un número suficiente de imágenes para preparar un modelo 
de currículum puede llevar años. Para captar imágenes con productos defectuosos, los científicos 
de ML podrían dañar intencionadamente los productos para obtener imágenes defectuosas. Los 
datos sintéticos de Ground Truth hacen que sea más rápido y rentable para los científicos de ML 
adquirir rápidamente imágenes etiquetadas que representan escenarios del mundo real, un requisito 
fundamental para el entrenamiento de modelos de CV. Los científicos de ML pueden utilizar los 
datos sintéticos de Ground Truth para generar miles de imágenes sintéticas a partir de entornos 
virtuales en 3D que representan escenarios del mundo real en cuestión de horas en lugar de meses. 
Ground Truth proporciona un informe de fidelidad y diversidad de imágenes sintéticas y un archivo 
de manifiesto junto con los datos sintéticos etiquetados. El informe de fidelidad y diversidad de 
las imágenes sintéticas proporciona estadísticas y gráficos que ayudan a comprender mejor las 
imágenes sintéticas generadas. El archivo de manifiesto contiene información sobre las imágenes y 
las etiquetas de las imágenes que puede utilizar para entrenar y probar un modelo.

Note

Los datos sintéticos de Ground Truth no admiten datos certificados por PHI, PCI o 
FedRAMP, y no debe proporcionar estos datos a los datos sintéticos de Ground Truth.

Los datos sintéticos de Ground Truth tienen las siguientes funcionalidades.

• Escenas 3D completas y varias cámaras en una escena

• Mapas de profundidad basados en el suelo que proporcionan datos de profundidad en 3D para 
todas las imágenes generadas

• Secuencias de imágenes (vídeo) de varias cámaras sincronizadas

• Una cinta transportadora móvil compatible con escenas dinámicas
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¿Cómo puedo usar los datos sintéticos de Ground Truth?

Si es la primera vez que usa los datos sintéticos de Ground Truth, le recomendamos que siga los 
procedimientos descritos en la sección Cómo empezar con Amazon SageMaker Ground Truth 
Synthetic Data.

Cómo empezar con Amazon SageMaker Ground Truth Synthetic Data

La guía muestra cómo completar los pasos necesarios para satisfacer los requisitos previos, iniciar 
un proyecto de datos sintéticos de Ground Truth y revisar las etiquetas.

Para empezar a utilizar datos sintéticos, revise Configurar los requisitos previos de Amazon 
SageMaker Ground Truth Synthetic Data y Componentes principales de los datos sintéticos de 
Amazon SageMaker Ground Truth.

Configurar los requisitos previos de Amazon SageMaker Ground Truth Synthetic Data

Para utilizar los datos sintéticos de Ground Truth, necesita una cuenta de AWS. Si ya tiene una 
cuenta de AWS, omita este paso.

Registro para obtener una Cuenta de AWS

Si no dispone de una Cuenta de AWS, siga estos pasos para crear una.

Cómo registrarse para una Cuenta de AWS

1. Abra https://portal.aws.amazon.com/billing/signup.

2. Siga las instrucciones que se le indiquen.

Parte del procedimiento de registro consiste en recibir una llamada telefónica e indicar un código 
de verificación en el teclado del teléfono.

Al registrarse en una Cuenta de AWS, se crea un Usuario raíz de la cuenta de AWS. El usuario 
raíz tendrá acceso a todos los Servicios de AWS y recursos de esa cuenta. Como práctica 
recomendada de seguridad, asigne acceso administrativo a un usuario administrativo y utilice 
únicamente el usuario raíz para realizar tareas que requieran acceso de usuario raíz.

AWS le enviará un correo electrónico de confirmación luego de completar el proceso de registro. 
Puede ver la actividad de la cuenta y administrar la cuenta en cualquier momento entrando en https:// 
aws.amazon.com/ y seleccionando Mi cuenta.
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Crear un usuario administrativo

Después de registrarse para obtener una Cuenta de AWS, proteja su Usuario raíz de la cuenta de 
AWS, habilite AWS IAM Identity Center y cree un usuario administrativo para no utilizar el usuario 
raíz en las tareas cotidianas.

Protección de su Usuario raíz de la cuenta de AWS

1. Inicie sesión en la AWS Management Console como propietario de cuenta, elija Usuario raíz e 
ingrese el email de su Cuenta de AWS. En la siguiente página, escriba su contraseña.

Para obtener ayuda para iniciar sesión con el usuario raíz, consulte Signing in as the root user
en la Guía del usuario de AWS Sign-In.

2. Active la autenticación multifactor (MFA) para el usuario raíz.

Para obtener instrucciones, consulte Habilitar un dispositivo MFA virtual para el usuario raíz de 
la Cuenta de AWS (consola) en la Guía del usuario de IAM.

Creación de un usuario administrativo

1. Activar IAM Identity Center

Para conocer las instrucciones, consulte Habilitar AWS IAM Identity Center en la Guía del 
usuario de AWS IAM Identity Center.

2. En IAM Identity Center, otorga acceso administrativo a un usuario administrativo.

Para ver un tutorial sobre el uso de Directorio de IAM Identity Center como origen de identidad, 
consulte Configurar el acceso de los usuarios con la configuración predeterminada de Directorio 
de IAM Identity Center en la Guía del usuario de AWS IAM Identity Center.

Cómo iniciar sesión como usuario administrativo

• Para iniciar sesión con el usuario del IAM Identity Center, utilice la URL de inicio de sesión que 
se envió a la dirección de correo electrónico cuando creó el usuario del IAM Identity Center.

Para obtener ayuda para iniciar sesión con un usuario del IAM Identity Center, consulte Iniciar 
sesión en el portal de acceso de AWS en la Guía del Usuario de AWS Sign-In.
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Componentes principales de los datos sintéticos de Amazon SageMaker Ground Truth

Los siguientes términos son fundamentales para entender las capacidades de los datos sintéticos de 
Ground Truth:

• Proyecto: cada colaboración cualificada con un experto de AWS da como resultado un proyecto de 
datos sintéticos de Ground Truth.

• Lote: un lote es una colección de imágenes con etiquetas similares. Un proyecto puede tener 
varios lotes. Un lote puede estar en fase de prueba o producción. Un proyecto puede tener varios 
lotes.

• Informe de fidelidad y diversidad de imágenes sintéticas: los datos sintéticos de Ground Truth 
proporcionan un informe de métricas que le ayuda a comparar las imágenes sintéticas generadas 
con su conjunto de datos típico.

Solicitar un proyecto

Para empezar a utilizar los datos sintéticos de Amazon SageMaker Ground Truth, ve a la SageMaker 
consola y completa el formulario de admisión.

Una vez que envíe el formulario de admisión en la consola de AWS, un experto de AWS del equipo 
de datos sintéticos de Ground Truth se pondrá en contacto con usted para analizar los requisitos y 
los precios de su proyecto de etiquetado de datos.

Compartir datos desde su bucket de Amazon S3

Cuando un experto de AWS se ponga en contacto con usted para hablar sobre su proyecto, es 
posible que tenga que rellenar un formulario de admisión con preguntas específicas sobre sus 
requisitos de datos sintéticos. El formulario de admisión, junto con los activos compartidos con los 
datos sintéticos de Ground Truth, permiten al equipo de datos sintéticos de Ground Truth evaluar su 
proyecto y el trabajo estimado necesario para completarlo.

Cree un bucket de Amazon S3 para compartir los activos de su proyecto con los datos sintéticos de 
Ground Truth y almacene los datos de salida de su proyecto.

Para crear un bucket de Amazon S3 y compartirlo con nosotros:

1. Siga las instrucciones de Crear un bucket en la Guía del usuario de la consola de Amazon 
Simple Storage Service.
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2. Le recomendamos que utilice la siguiente convención de nomenclatura al guardar datos en un 
bucket de Amazon S3.

a. El bucket-name debe contener menos de 63 caracteres.

b. El bucket-name puede incluir guiones, pero no espacios ni guiones bajos.

3. En la lista Buckets, seleccione el nombre del bucket que ha creado.

4. Elija Permisos.

5. Elija Editar en la sección Política de bucket.

6. Confirme que esté seleccionada la opción ACL deshabilitada.

Note

En Propiedad del objeto, debe tener las ACL deshabilitadas, como se muestra en la 
imagen siguiente.

7. Elija Guardar cambios.
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Note

Si tiene requisitos adicionales para acceder a sus datos en un bucket de Amazon S3, 
póngase en contacto con su experto de AWS.

Para compartir los activos de su proyecto con el equipo de datos sintéticos de Ground Truth para la 
evaluación del proyecto, la estimación del trabajo y la generación de datos sintéticos, siga los pasos 
de la sección Envío de los datos del proyecto a los datos sintéticos de Ground Truth a continuación.

Tras recibir el formulario de admisión y los activos del proyecto, le devolveremos una declaración de 
trabajo (SOW) en un plazo de 5 días laborables. La SOW describe su compromiso con la generación 
y el etiquetado de datos sintéticos de Ground Truth. Tras aprobar la SOW, el equipo de datos 
sintéticos de Ground Truth produce un lote de prueba compuesto por 50 imágenes sintéticas. 
Un experto de AWS se reunirá con usted para revisar el lote de prueba, aprobar o rechazar las 
imágenes y completar la producción final. El plazo para ello se basa en las respuestas de su 
formulario de admisión.

Envío de los datos del proyecto a los datos sintéticos de Ground Truth

Una vez que se haya asignado un experto de AWS a su proyecto, puede enviar los datos del 
proyecto al equipo de datos sintéticos de Ground Truth para ayudarle en la evaluación del proyecto, 
la estimación del trabajo y la generación de datos sintéticos.

Para enviar los datos del proyecto a los datos sintéticos de Ground Truth:

1. En la tabla Transferencias de datos del proyecto del portal de proyectos, seleccione Enviar datos 
del proyecto.

2. Introduzca el nombre del bucket de S3 desde el que desee enviar los datos del proyecto como 
ubicación de origen de Amazon S3 de la transferencia de datos del proyecto.

3. Seleccione un rol de IAM para la transferencia de datos del proyecto. Si selecciona Automático, 
los datos sintéticos de Ground Truth crean un rol de IAM en su cuenta con los permisos 
necesarios para ejecutar la transferencia de datos del proyecto y llamar a otros servicios en su 
nombre (recomendado). Si selecciona un rol de IAM existente en su cuenta, los datos sintéticos 
de Ground Truth utilizan ese rol de IAM para ejecutar la transferencia de datos del proyecto y 
llamar a otros servicios en su nombre.

4. Elija Crear para crear e iniciar la transferencia de datos del proyecto.
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Tras crear una transferencia de datos del proyecto, puede ver el estado de la transferencia en 
la tabla Transferencias de datos del proyecto de la página de detalles del proyecto del portal de 
proyectos. Cuando el estado de la transferencia de datos del proyecto sea Completado, los datos del 
proyecto estarán disponibles para el equipo de datos sintéticos de Ground Truth.

Portal de proyectos

Cada proyecto consta de uno o varios lotes. Un lote es una colección de imágenes generadas 
de forma parecida y con etiquetas similares. El portal de proyectos le proporciona acceso a los 
proyectos que ha contratado con datos sintéticos de Ground Truth. Puede ver el estado de sus 
proyectos y acceder a los lotes finalizados junto con el informe de diversidad y fidelidad de las 
imágenes sintéticas. También puede revisar sus lotes para aceptarlos o rechazarlos desde el portal 
de proyectos.

Puede utilizar el portal de proyectos de Ground Truth para realizar un seguimiento de los siguientes 
detalles sobre su proyecto:

Nombre del proyecto: cada proyecto se identifica con un nombre único.

Estado: un proyecto de datos sintéticos de Ground Truth tiene uno de los siguientes tipos de estado:

1. Solicitud enviada: ha enviado correctamente el formulario de solicitud de proyecto. A continuación, 
un experto de AWS programa una llamada con usted para analizar los detalles de su proyecto.
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2. Revisión en curso: estamos revisando su proyecto. Se ha asignado un experto de AWS a su 
proyecto.

3. Producción en curso: actualmente estamos trabajando en la generación de datos etiquetados para 
su proyecto.

4. Datos listos para su revisión: hay al menos un lote listo para su revisión.

5. Proyecto finalizado: hemos completado la generación de las imágenes etiquetadas necesarias. 
Las imágenes se almacenan en el bucket de Amazon S3.

Lotes: número total de lotes de un proyecto.

Fecha de inicio del proyecto: fecha de inicio de un proyecto.

Total de imágenes: número de imágenes solicitadas.

Imágenes completas: número de imágenes etiquetadas generadas en todos los lotes de producción 
aceptados.

Eliminar un proyecto

Puede eliminar un proyecto mediante la consola si el estado del proyecto es Solicitud enviada o
Proyecto completado. Para eliminar un proyecto con cualquier otro estado, póngase en contacto con 
su experto de AWS. La eliminación de un proyecto de datos sintéticos de Ground Truth no elimina 
sus datos de los buckets de Amazon S3 y puede estar sujeta a cargos.

Puede eliminar un proyecto en función de su estado de la siguiente manera:

• Solicitud enviada: al eliminar un proyecto solicitado, se elimina toda la información del proyecto y 
del cliente de la base de datos sintéticos de Ground Truth.

• Revisión en curso / Producción en curso / Datos listos para su revisión: puede solicitar a su experto 
de AWS que elimine un proyecto que tenga uno de estos estados. Al eliminar un proyecto, se borra 
toda la información personal y del proyecto de la base de datos de datos sintéticos de Ground 
Truth y de los buckets de S3.

• Proyecto completado: una vez que un proyecto se marca como Proyecto completado, eliminamos 
toda la información del cliente de la base de datos de datos sintéticos de Ground Truth y de los 
buckets de S3. Puede ver el proyecto y los lotes todo el tiempo que quiera o eliminarlos desde la 
consola.

Portal de proyectos 1872



Amazon SageMaker Guía para desarrolladores

Note

La eliminación de un proyecto no elimina las imágenes de su bucket de S3. Para obtener 
más información sobre cómo eliminar imágenes de su bucket de S3, consulte Eliminación de 
objetos de Amazon S3.

Revisión de lotes

Cada proyecto de datos sintéticos de Amazon SageMaker Ground Truth consta de uno o más lotes. 
Cada lote se compone de imágenes sintéticas etiquetadas. Los lotes son de dos tipos, lotes de 
prueba y lotes de producción. Un lote de prueba proporciona una pequeña vista previa del aspecto 
de las imágenes sintéticas utilizando los recursos y el entorno 3D. Las imágenes del lote de prueba 
no se incluyen en el número total de imágenes sintéticas que contrate. Tras aprobar el lote de prueba 
para una configuración específica de imágenes, los datos sintéticos de Ground Truth comienzan a 
generar imágenes para el lote de producción. Las imágenes de un lote de producción se cuentan 
para el total de imágenes requeridas.

Para cada lote, los datos sintéticos de Ground Truth proporcionan un informe de fidelidad y 
diversidad de imágenes sintéticas. Este informe proporciona gráficos y estadísticas en los niveles 
de imagen y objeto que le ayudan a entender las imágenes sintéticas generadas. Las estadísticas 
se utilizan para describir la diversidad y la fidelidad de las imágenes sintéticas y compararlas 
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con imágenes reales. Algunos ejemplos de las estadísticas y los gráficos proporcionados son 
distribuciones de las clases de objetos, tamaños de objetos, brillo y contraste de imágenes o gráficos 
que evalúan la indistinguibilidad entre imágenes sintéticas y reales. Los datos sin procesar de todas 
las estadísticas de los conjuntos de datos calculados también se proporcionan en archivos CSV para 
ayudarle a acelerar la depuración de los modelos y permitir análisis adicionales.

Puede ver todos los lotes de su proyecto mediante el portal de proyectos.

Puede utilizar el portal de proyectos de Ground Truth para realizar un seguimiento de los siguientes 
detalles sobre cada lote:

Nombre del lote: cada lote se identifica con un nombre de lote único.

Estado: un lote de datos sintéticos de Ground Truth tiene uno de los siguientes tipos de estado:

1. En curso: actualmente estamos generando imágenes etiquetadas para este lote. Pronto estará 
listo para su revisión.

2. Listo para su revisión: un lote de imágenes sintéticas etiquetadas ya está listo para su revisión. 
Siga los pasos de la sección Transferencia de datos de lotes a su bucket de Amazon S3 para ver 
las imágenes y revisar el lote.

3. Aceptado: ha aceptado este lote.

4. Rechazado: ha rechazado este lote y es necesario volver a trabajar en él. Cuando rechaza un lote, 
un experto de AWS se pone en contacto con usted para tratar el tema con más detalle.

Tipo de lote: un lote puede ser un lote de prueba o un lote de producción.
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Fecha de creación: fecha en que se creó el lote.

Imágenes: número total de imágenes del lote.

Transferencia de datos de lotes a su bucket de Amazon S3

Cuando el estado del lote sea Listo para su revisión, debe transferir los datos del lote a su bucket de 
S3 para ver las imágenes y revisar el lote.

Para transferir datos de lotes a su bucket de Amazon S3:

1. En la página de detalles del lote del portal de proyectos, seleccione Obtener datos del lote.

2. En Ubicación de destino de S3, introduzca el nombre del bucket de S3 en el que desea recibir 
los datos del lote.

3. Seleccione un rol de IAM para la transferencia de datos del proyecto. Si selecciona Automático, 
los datos sintéticos de Ground Truth crean un rol de IAM en su cuenta con los permisos 
necesarios para ejecutar la transferencia de datos del proyecto y llamar a otros servicios en su 
nombre (recomendado). Si selecciona un rol de IAM existente en su cuenta, los datos sintéticos 
de Ground Truth utilizan ese rol de IAM para ejecutar la transferencia de datos del proyecto y 
llamar a otros servicios en su nombre.

4. Elija Crear para crear e iniciar la transferencia de datos del lote.

Tras crear una transferencia de datos del lote, puede ver el estado de la transferencia en la tabla
Transferencias de datos del lote de la página de detalles del lote del portal de proyectos. Cuando el 
estado de la transferencia de datos del lote sea Completado, los datos del lote estarán disponibles en 
su bucket de S3, las imágenes del lote se podrán ver en la página de detalles del lote del portal del 
proyecto y podrá proceder a revisar el lote.

Aceptar o rechazar lotes

Tras revisar un lote, puede aceptarlo o rechazarlo desde el portal del proyecto, tal y como se muestra 
a continuación.
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Al aceptar un lote se informa a su experto de AWS de si debe continuar o completar el proyecto, en 
función del número de imágenes restantes que haya contratado.

Cuando rechaza un lote, un experto de AWS se pone en contacto con usted para determinar el 
proceso de reprocesamiento y los pasos que se deben seguir para el lote.

Aceptar o rechazar un lote es una acción que se realiza una sola vez y solo se puede deshacer si 
contacta con su experto de AWS. Es necesario aceptar o rechazar todos los lotes del proyecto.

Creación y gestión de personal

El personal es el grupo de trabajadores que ha seleccionado para etiquetar el conjunto de datos. 
Puede seleccionar personal de Amazon Mechanical Turk, un personal gestionado por un proveedor 
o puede crear su propio personal privado para etiquetar o revisar su conjunto de datos. Con 
independencia del personal que elija, Amazon SageMaker se encarga de enviar tareas a los 
trabajadores.

Cuando utiliza una plantilla privada, también crea equipos de trabajo, un grupo de trabajadores de 
su personal a los que se les asigna trabajos específicos: Amazon Sagemaker Ground Truth , que 
etiqueta trabajos o tareas de revisión humana de Amazon Augmented AI. Puede tener varios equipos 
de trabajo y asignar uno o más equipos de trabajo a cada trabajo de etiquetado.

Creación y gestión de personal 1876

https://docs.aws.amazon.com/sagemaker/latest/dg/sms.html
https://docs.aws.amazon.com/sagemaker/latest/dg/a2i-use-augmented-ai-a2i-human-review-loops.html


Amazon SageMaker Guía para desarrolladores

Puede usar Amazon Cognito o su propio proveedor de identidades (IdP) de OpenID Connect (OIDC) 
privado para gestionar su personal privado y sus equipos de trabajo. Para obtener más información 
sobre los permisos necesarios para la administración del personal de esta forma, consulte Permisos 
necesarios para usar la consola Amazon SageMaker Ground Truth.

Temas

• Uso del personal de Amazon Mechanical Turk

• Gestión de personal del proveedor

• Usar personal privado

Uso del personal de Amazon Mechanical Turk

El personal de Amazon Mechanical Turk (Mechanical Turk) proporciona más trabajadores para 
su trabajo de etiquetado de Amazon SageMaker Ground Truth y para la tarea de revisión humana 
de Amazon Augmented AI. El personal de Amazon Mechanical Turk es un recurso mundial. Los 
trabajadores están disponibles 24/7. Por lo general, obtendrá respuestas más rápidas en cuanto a 
sus tareas de revisión humana y trabajos de etiquetado si usa el personal de Amazon Mechanical 
Turk.

Cualquier facturación del personal de Amazon Mechanical Turk se gestiona como parte de tu 
facturación de Ground Truth o Amazon Augmented AI. No tiene que crear una cuenta de Mechanical 
Turk independiente para utilizar el personal de Amazon Mechanical Turk.

Important

No comparta información confidencial, personal o médica protegida con este personal. 
No utilice el personal de Amazon Mechanical Turk al usar Amazon A2I junto con servicios 
elegibles para HIPAA AWS, como Amazon Textract y Amazon Rekognition, para cargas de 
trabajo con información médica protegida.

Puede elegir Mechanical Turk como su personal al crear un trabajo de etiquetado de Ground Truth o 
un flujo de trabajo de revisión humana de Amazon A2I (definición de flujo). Puede crear un trabajo de 
etiquetado y un flujo de trabajo de revisión humana utilizando la consola de SageMaker y la API.

Al usar una operación de API para crear un trabajo de etiquetado o un flujo de trabajo de 
revisión humana, utilice el siguiente ARN para el personal de Amazon Mechanical Turk para su
WorkteamArn. Sustituya region por la región de AWS que está utilizando para crear el trabajo de 
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etiquetado o el bucle humano. Por ejemplo, si crea un trabajo de etiquetado en el oeste de EE. UU. 
(Oregón), sustituya region por us-west-2.

• arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

Ground Truth y Amazon A2I exigen que los datos de entrada no contengan información de 
identificación personal (PII) al usar Mechanical Turk. Si utiliza el personal de Mechanical Turk y no 
especifica que sus datos de entrada están libres de PII, sus trabajos de etiquetado de Ground Truth 
y las tareas de Augmented AI fallarán. Especifique que sus datos de entrada estén libres de PII al 
crear un trabajo de etiquetado de Ground Truth y al crear un bucle humano Amazon A2I mediante 
una integración integrada o la operación StartHumanLoop.

Utilice las siguientes secciones para aprender a utilizar Mechanical Turk con estos servicios.

Temas

• Utilice Mechanical Turk con Ground Truth

• Utilice Mechanical Turk con Amazon A2I

• ¿Cuándo Mechanical Turk no es compatible?

Utilice Mechanical Turk con Ground Truth

Puede utilizar Mechanical Turk con Ground Truth al crear un trabajo de etiquetado mediante la 
consola o la operación de CreateLabelingJob.

Al crear un trabajo de etiquetado, le recomendamos que ajuste el número de trabajadores que 
anotan cada objeto de datos en función de la complejidad del trabajo y de la calidad que necesite. 
Amazon SageMaker Ground Truth utiliza la consolidación de anotaciones para mejorar la calidad de 
las etiquetas. El uso de más trabajadores puede marcar la diferencia en la calidad de las etiquetas en 
trabajos de etiquetado más complejas, pero podría carecer de importancia en trabajos más sencillos. 
Para obtener más información, consulte Consolidar anotaciones. Ten en cuenta que la consolidación 
de anotaciones no es compatible con los flujos de trabajo de revisión humana de Amazon A2I.

Utilizar Mechanical Turk al crear un trabajo de etiquetado (consola):

1. Utilice lo siguiente para crear un trabajo de etiquetado utilizando el área Ground Truth de la 
consola de SageMaker: Crear un trabajo de etiquetado (consola).

2. Al seleccionar los tipos de trabajadores en la sección Trabajadores, seleccione Amazon 
Mechanical Turk.
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3. Especifique la cantidad total de tiempo de que disponen los trabajadores para completar una 
tarea utilizando el Tiempo de espera de tareas.

4. Especifique la cantidad total de tiempo que una tarea permanece disponible para los 
trabajadores en Tiempo de espera de tareas. Este es el tiempo que tienen los trabajadores para 
retomar una tarea antes de que se produzca un error.

5. Seleccione el Precio por tarea en la lista desplegable. Es la cantidad de dinero que recibe un 
trabajador por completar una sola tarea.

6. (Opcional) Si corresponde, seleccione El conjunto de datos no incluye contenido para adultos. 
Sagemaker puede restringir el número de trabajadores de Mechanical Turk que pueden ver su 
tarea si contiene contenido para adultos.

7. Debe leer y confirmar la siguiente declaración marcando la casilla de verificación para utilizar 
el personal de Mechanical Turk. Si los datos introducidos contienen información confidencial, 
personal o médica protegida, deberá seleccionar otro personal.

Usted entiende y acepta que el personal de Mechanical Turk está formado por contratistas 
independientes ubicados en todo el mundo y que no debe compartir información confidencial, 
personal o médica protegida con este personal.

8. (Opcional) Seleccione la casilla de verificación situada junto a Habilitar etiquetado de datos 
automatizado si quiere activar el etiquetado de datos automatizado. Para obtener más 
información sobre esta característica, consulte Automatizar el etiquetado de datos.

9. Puede especificar el número de trabajadores por objeto del conjunto de datos en Configuración 
adicional. Por ejemplo, si introduce 3 en este campo, cada objeto de datos estará etiquetado por 
3 trabajadores.

Al crear su trabajo de etiquetado seleccionando Crear, sus tareas de etiquetado se enviarán a los 
trabajadores de Mechanical Turk.

Usar Mechanical Turk al crear un trabajo de etiquetado (API):

1. Utilice lo siguiente para crear un trabajo de etiquetado con la operación de
CreateLabelingJob: Crear un trabajo de etiquetado (API).

2. Utilice lo siguiente para el WorkteamArn. Sustituya region por la región de AWS en la que 
vaya a crear el trabajo de etiquetado.

arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default
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3. Utilice TaskTimeLimitInSeconds para especificar la cantidad total de tiempo que tienen los 
trabajadores para completar una tarea.

4. Utilice TaskAvailabilityLifetimeInSeconds para especificar la cantidad total de 
tiempo que una tarea está disponible para los trabajadores. Este es el tiempo que tienen los 
trabajadores para retomar una tarea antes de que se produzca un error.

5. Utilice NumberOfHumanWorkersPerDataObject para especificar el número de trabajadores 
por objeto del conjunto de datos.

6. Utilice PublicWorkforceTaskPrice para establecer el precio por tarea. Es la cantidad de 
dinero que recibe un trabajador por completar una sola tarea.

7. Utilice DataAttributes para especificar que los datos de entrada no contienen información 
confidencial, personal o médica protegida.

Ground Truth exige que sus datos de entrada estén libres de información de identificación 
personal (PII) si utiliza el personal de Mechanical Turk. Si utiliza Mechanical Turk 
y no especifica que los datos de entrada están libres de PII utilizando la marca
FreeOfPersonallyIdentifiableInformation, el trabajo de etiquetado producirá un error.

Utilice el marcador FreeOfAdultContent para declarar que los datos introducidos no 
contienen contenido para adultos. Sagemaker puede restringir el número de trabajadores de 
Mechanical Turk que puedan ver su tarea si contiene contenido para adultos.

Puede ver ejemplos de cómo usar esta API en los siguientes cuadernos, que se encuentran en 
GitHub: ejemplos de cuadernos de Jupyter en Ground Truth. Puede acceder a estos cuadernos 
desde Ejemplo de cuadernos de SageMaker en una instancia de cuadernos.

Utilice Mechanical Turk con Amazon A2I

Puede especificar que desea utilizar Mechanical Turk con Amazon A2I al crear un flujo de trabajo 
de revisión humana, también denominado definición de flujo, en la consola o con la operación de 
la API CreateFlowDefinition. Cuando utilice este flujo de trabajo de revisión humana para 
configurar bucles humanos, debe especificar que los datos de entrada no contengan información de 
identificación personal o PII.

Usar Mechanical Turk al crear un flujo de trabajo de revisión humana (consola):

1. Utilice lo siguiente para crear un flujo de trabajo de revisión humana en la sección Augmented AI 
de la consola de SageMaker: Crear un flujo de trabajo de revisión humana (consola).
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2. Al seleccionar los tipos de trabajadores en la sección Trabajadores, seleccione Amazon 
Mechanical Turk.

3. Seleccione el precio por tarea en la lista desplegable. Es la cantidad de dinero que recibe un 
trabajador por completar una sola tarea.

4. (Opcional) Puede especificar el número de trabajadores por objeto del conjunto de datos en
Configuración adicional. Por ejemplo, si introduce 3 en este campo, cada objeto de datos estará 
etiquetado por 3 trabajadores.

5. (Opcional) Especifique la cantidad total de tiempo de que disponen los trabajadores para 
completar una tarea mediante el Tiempo de espera de tareas.

6. (Opcional) Especifique la cantidad total de tiempo que una tarea permanece disponible para los 
trabajadores en Tiempo de vencimiento de tareas. Este es el tiempo que tienen los trabajadores 
para retomar una tarea antes de que se produzca un error.

7. Una vez que haya creado su flujo de trabajo de revisión humana, puede usarlo para configurar 
un bucle humano proporcionando su nombre de recurso de Amazon (ARN) en el parámetro
FlowDefinitionArn. Para configurar un bucle humano, utilice una de las operaciones 
de la API de un tipo de tarea integrada o la operación de la API en tiempo de ejecución de 
Amazon A2I StartHumanLoop. Para obtener más información, consulte Crear e iniciar un bucle 
humano.

Al configurar su bucle humano, debe especificar que los datos de entrada no contengan 
información de identificación personal (PII) mediante el clasificador de contenido
FreeOfPersonallyIdentifiableInformation en DataAttributes. Si utiliza 
Mechanical Turk y no especifica que los datos de entrada estén libres de información de 
identificación personal, sus tareas de revisión humana fallarán.

Utilice el marcador FreeOfAdultContent para declarar que los datos introducidos no 
contienen contenido para adultos. Sagemaker puede restringir el número de trabajadores de 
Mechanical Turk que puedan ver su tarea si contiene contenido para adultos.

Usar Mechanical Turk al crear un flujo de trabajo de revisión humana (API):

1. Utilice lo siguiente para crear un flujo de trabajo de revisión humana mediante la operación
CreateFlowDefinition:Crear un flujo de trabajo de revisión humana (API).

2. Utilice lo siguiente para el WorkteamArn. Sustituya region por la región de AWS en la que 
vaya a crear el trabajo de etiquetado.
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arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

3. Utilice TaskTimeLimitInSeconds para especificar la cantidad total de tiempo que tienen los 
trabajadores para completar una tarea.

4. Utilice TaskAvailabilityLifetimeInSeconds para especificar la cantidad total de 
tiempo que una tarea está disponible para los trabajadores. Este es el tiempo que tienen los 
trabajadores para retomar una tarea antes de que se produzca un error.

5. Utilice TaskCount para especificar el número de trabajadores por objeto del conjunto de datos. 
Por ejemplo, si especifica 3 para este parámetro, 3 trabajadores etiquetarán cada objeto de 
datos.

6. Utilice PublicWorkforceTaskPrice para establecer el precio por tarea. Es la cantidad de 
dinero que recibe un trabajador por completar una sola tarea.

7. Una vez que haya creado su flujo de trabajo de revisión humana, puede usarlo para configurar 
un bucle humano proporcionando su nombre de recurso de Amazon (ARN) en el parámetro
FlowDefinitionArn. Para configurar un bucle humano, utilice una de las operaciones de la 
API de un tipo de tarea integrada o la operación de la API en tiempo de ejecución de Amazon 
A2I, StartHumanLoop. Para obtener más información, consulte Crear e iniciar un bucle 
humano.

Al configurar su bucle humano, debe especificar que los datos de entrada no contengan 
información de identificación personal (PII) mediante el clasificador de contenido
FreeOfPersonallyIdentifiableInformation en DataAttributes. Si utiliza 
Mechanical Turk y no especifica que los datos de entrada estén libres de información de 
identificación personal, sus tareas de revisión humana fallarán.

Utilice el marcador FreeOfAdultContent para declarar que los datos introducidos no 
contienen contenido para adultos. Sagemaker puede restringir el número de trabajadores de 
Mechanical Turk que puedan ver su tarea si contiene contenido para adultos.

Puede ver ejemplos de cómo usar esta API en los siguientes bloc de notas, que se encuentran en 
GitHub: ejemplos de cuadernos de Jupyter en Amazon A2I.

¿Cuándo Mechanical Turk no es compatible?

Este personal no es compatible en los siguientes escenarios. En cada escenario, debe utilizar un 
personal privado o de un proveedor.
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• Este personal no es compatible con los trabajos de etiquetado de fotogramas de vídeo de Ground 
Truth ni para los trabajos de etiquetado de nubes de puntos en 3D.

• No puede utilizar este personal si sus datos de entrada contienen información de identificación 
personal (PII).

• Mechanical Turk no está disponible en algunas de las regiones especiales de AWS. Si 
corresponde, consulte la documentación de su región especial para obtener más información.

Gestión de personal del proveedor

Puede utilizar un personal gestionado por un proveedor para etiquetar sus datos con Amazon 
SageMaker Ground Truth (Ground Truth) y Amazon Augmented AI (Amazon A2I). Los proveedores 
disponen de una amplia experiencia en la prestación de servicios de etiquetado de datos con fines 
de machine learning. El personal del proveedor para estos dos servicios debe crearse y gestionarse 
por separado a través de la consola de Amazon SageMaker.

Los proveedores facilitan sus servicios a través de AWS Marketplace. Puede encontrar los detalles 
de los servicios del proveedor en su página de detalles, por ejemplo, el número de trabajadores y las 
horas que trabajan. Puede utilizar estos detalles para calcular el coste del trabajo de etiquetado y la 
cantidad de tiempo que prevé para realizar el trabajo. Una vez que haya elegido un proveedor, se 
suscribirá a sus servicios mediante AWS Marketplace.

Una suscripción es un acuerdo entre usted y el proveedor. El acuerdo explica los detalles del 
acuerdo, como el precio, la programación o la política de reembolso. Puede colaborar directamente 
con el proveedor si hay algún problema con su trabajo de etiquetado.

Puede suscribirse a cualquier número de proveedores para satisfacer sus necesidades de anotación 
de datos. Al crear un trabajo de etiquetado o un flujo de trabajo de revisión humana puede indicar 
que el trabajo se dirija a un proveedor concreto.

Important

Antes de enviar información confidencial a un proveedor, compruebe las prácticas de 
seguridad y cumplimiento del proveedor en su página de detalles y revise el acuerdo de 
licencia de usuario final (EULA) que forma parte de su acuerdo de suscripción. Usted es 
responsable de garantizar que el proveedor cumpla con sus requisitos de conformidad en 
materia de información personal o confidencial. No comparta información médica protegida 
con este personal.
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Utilice la consola para suscribirse a un personal de proveedor. Una vez que tenga una suscripción, 
puede utilizar la operación ListSubscribedWorkteams para obtener una lista de proveedores a 
los que se haya suscrito.

Suscribirse a un proveedor de personal

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Seleccione la página adecuada en la consola de SageMaker.

• Para los trabajos de etiquetado de Ground Truth, elija Personal de etiquetado, elija Proveedor
y, a continuación, elija Buscar servicios de etiquetado de datos.

• Para flujos de trabajo de revisión humana de Amazon A2I, elija Personal de revisión humana, 
elija Proveedor y, a continuación, elija Buscar servicios de revisión humana.

3. La consola abre el AWS Marketplace con:

• la categoría de servicios del etiquetado de datos seleccionada para Ground Truth

• la categoría de servicios de revisión humana seleccionada para Amazon A2I

Aquí puede ver una lista de los servicios de proveedor disponibles para este servicio.

4. Elija un proveedor. AWS Marketplace muestra información detallada sobre el servicio de 
etiquetado de datos o revisión humana. Utilice esta información para determinar si el proveedor 
cumple con los requisitos para su tarea.

5. Si el proveedor satisface a sus necesidades, elija Continuar con la suscripción.

6. Revise los detalles de la suscripción. Si acepta los términos, seleccione Suscripción para 
completar la suscripción al servicio.

Usar personal privado

Un personal privado es un grupo de trabajadores que usted elige. Puede tratarse de trabajadores 
de su empresa o un grupo de expertos en áreas específicas de su sector. Por ejemplo, si la tarea 
consiste en etiquetar imágenes médicas, podría crear un personal privado compuesto por expertos 
en las imágenes en cuestión.

Cada cuenta de AWS tiene acceso a un solo personal privado por región, y el propietario tiene la 
capacidad de crear varios equipos de trabajo privados dentro de dicho personal. Se utiliza un único 
equipo de trabajo privado para completar un trabajo de etiquetado, una tarea de revisión humana o 
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un trabajo. Puede asignar cada equipo de trabajo a un trabajo independiente o utilizar un solo equipo 
para varios trabajos. Un trabajador único puede participar en más de un equipo de trabajo.

Su personal privado puede crearse y gestionarse mediante Amazon Cognito o su propio proveedor 
de identidades (IdP) privado de OpenID Connect (OIDC).

Si es un usuario nuevo de Amazon SageMaker Ground Truth o Amazon Augmented AI y no necesita 
que sus trabajadores se gestionen con su propio IdP, le recomendamos que utilice Amazon Cognito 
para crear y gestionar su personal privado.

Una vez creado el personal, podrá hacer lo siguiente, además de crear y gestionar equipos de 
trabajo:

• Realizar seguimiento del rendimiento del trabajador

• Cree y gestione temas de Amazon SNS para notificar a los trabajadores cuando haya tareas de 
etiquetado disponibles

• Gestionar el acceso del personal privado a las tareas mediante direcciones IP

Note

Su personal privado se comparte entre Ground Truth y Amazon A2I. Para crear y gestionar 
equipos de trabajo privados utilizados por Augmented AI, utilice la sección Ground Truth de 
la consola de SageMaker.

Temas

• Creación y gestión de un personal de Amazon Cognito

• Cree y gestione el personal de IdP de OIDC

• Gestione el personal privado mediante la API de Amazon SageMaker

• Realizar seguimiento del rendimiento del trabajador

• Creación y administración de los temas de Amazon SNS para los equipos de trabajo

Creación y gestión de un personal de Amazon Cognito

Cree y gestione su personal privado con Amazon Cognito cuando quiera crear su personal con 
la consola de Amazon SageMaker o no quiera sobrecargarse con la gestión de las credenciales 
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y la autenticación de los trabajadores. Al crear un personal privado con Amazon Cognito, ofrezca 
autenticación, autorización y gestión de usuarios para sus trabajadores privados.

Temas

• Creación de un personal privado (Amazon Cognito)

• Gestionar un personal privado (Amazon Cognito)

Creación de un personal privado (Amazon Cognito)

Al utilizar Amazon Cognito, puede crear un personal privado de una de las siguientes maneras:

• Cree un nuevo personal mientras crea su trabajo de etiquetado. Para saber cómo hacerlo, consulte
Creación de personal Amazon Cognito al crear un trabajo de etiquetado.

• Cree un nuevo personal antes de crear su trabajo de etiquetado. Para saber cómo hacerlo, 
consulte Crear personal de Amazon Cognito mediante la página Personal de etiquetado.

• Importe un personal existente una vez creado un grupo de usuarios en la consola de Amazon 
Cognito. Para saber cómo hacerlo, consulte Creación de una fuerza laboral privada (Amazon 
Cognito Console).

Una vez que haya creado un personal privado, dicho personal y todos los equipos de trabajo 
y trabajadores asociados al mismo estarán disponibles para utilizarlos en todas las tareas de 
etiquetado de Ground Truth y tareas de flujos de trabajo de revisión humana de Amazon Augmented 
AI.

Si es nuevo en Amazon SageMaker y desea probar Ground Truth o Amazon A2I, le sugerimos 
que cree un equipo de trabajo privado compuesto por personas de su organización que utilicen la 
consola. Utilice este equipo de trabajo al crear flujos de trabajo de etiquetado o revisión humana 
(definiciones de flujo) para probar la interfaz de usuario del trabajador y el flujo de trabajo.

Temas

• Creación de una fuerza laboral privada (consola de Amazon SageMaker)

• Creación de una fuerza laboral privada (Amazon Cognito Console)

Creación de una fuerza laboral privada (consola de Amazon SageMaker)

Puede crear un personal privado en la consola de Amazon SageMaker de una de estas dos 
maneras:
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• Al crear un trabajo de etiquetado en la página Trabajos de etiquetado de la sección Amazon 
SageMaker Ground Truth.

• Uso de la página Personal de etiquetado de la sección Amazon SageMaker Ground Truth. Si va 
a crear un personal privado en un flujo de trabajo de revisión humana Amazon A2I, utilice este 
método.

Ambos métodos también crean un equipo de trabajo predeterminado que incluye a todos los 
miembros del personal. Este personal privado está disponible para su uso tanto en Ground Truth 
como en Amazon Augmented AI.

Al crear una plantilla privada mediante la consola, SageMaker utiliza Amazon Cognito como 
proveedor de identidad para su personal. Si quiere utilizar su propio proveedor de identidades (IdP) 
de OpenID Connect (OIDC) para crear y gestionar su personal privado, deberá crear una plantilla 
mediante la operación de la API CreateWorkforce de SageMaker. Para obtener más información, 
consulte Creación de un personal privado (IdP de OIDC).

Creación de personal Amazon Cognito al crear un trabajo de etiquetado

Si no ha creado un personal privado al crear su trabajo de etiquetado y decide usar trabajadores 
privados, se le pedirá que cree un equipo de trabajo. Esto creará una fuerza de trabajo privada 
utilizando Amazon Cognito.

Para crear personal mientras se crea un trabajo de etiquetado (consola)

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Trabajos de etiquetado y rellene todos los campos obligatorios. 
Para obtener instrucciones sobre cómo iniciar un trabajo de etiquetado, consulte Introducción. 
Elija Siguiente.

3. Seleccione Privado para el tipo de personal.

4. En la sección Trabajadores, escriba:

a. El Nombre del equipo. 

b. Direcciones de correo electrónico para hasta 100 miembros del personal. Las direcciones 
de correo electrónico distinguen entre mayúsculas y minúsculas. Los trabajadores deben 
iniciar sesión usando la misma configuración de mayúsculas o minúsculas que se introdujo 
en la dirección inicialmente. Puede agregar miembros adicionales al personal después de 
crear el trabajo.
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c. El nombre de la organización. SageMaker lo utiliza para personalizar el correo electrónico 
enviado a los trabajadores.

d. Una dirección de correo electrónico de contacto que los trabajadores utilizarán para 
comunicar problemas relacionados con la tarea.

Al crear el trabajo de etiquetado se envía un correo electrónico a cada trabajador con una invitación 
para a unirse al personal. Una vez creado el personal, podrá añadir, eliminar y deshabilitar 
trabajadores mediante la consola de SageMaker o la consola de Amazon Cognito.

Crear personal de Amazon Cognito mediante la página Personal de etiquetado

Para crear y administrar su personal privado, utilice la página Personal de etiquetado. Al seguir 
las instrucciones que se indican a continuación, tendrá la opción de crear un personal privado 
introduciendo correos electrónicos de trabajadores o importando un personal preexistente desde un 
grupo de usuarios de Amazon Cognito. Para importar un personal, consulte Creación de una fuerza 
laboral privada (Amazon Cognito Console).

Para crear un personal privado con correos electrónicos de trabajadores

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Personal de etiquetado.

3. Elija Privado, a continuación elija Crear equipo privado.

4. Elija Invitar a nuevos trabajadores por correo electrónico.

5. Pegue o escriba una lista de hasta 50 direcciones de correo electrónico separadas por comas en 
el cuadro de direcciones de correo electrónico.

6. Introduzca un nombre de organización y un correo electrónico de contacto.

7. Si lo desea, puede seleccionar un tema de SNS al que suscribir al equipo; de este modo, los 
trabajadores recibirán notificaciones por correo electrónico cuando haya disponibles nuevos 
trabajos de etiquetado. Las notificaciones de Amazon SNS son compatibles con Ground Truth 
y no con Augmented AI. Si suscribe a los trabajadores para recibir notificaciones de SNS, solo 
recibirán notificaciones sobre trabajos de etiquetado de Ground Truth. No recibirán notificaciones 
sobre tareas de Augmented AI.

8. Haga clic en el botón Crear equipo privado.

Una vez importado el personal privado, actualice la página. En la página Resumen de personal 
privado, podrá ver información acerca del grupo de usuarios de Amazon Cognito para su personal, 
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una lista de equipos de trabajo para su personal y una lista de todos los miembros de su personal 
privado.

Note

Si elimina todos los equipos de trabajo privados, tendrá que repetir este proceso para utilizar 
un personal privado en esa región.

Creación de una fuerza laboral privada (Amazon Cognito Console)

Amazon Cognito se utiliza para definir y administrar su personal privado y sus equipos de trabajo. Se 
trata de un servicio que puede usar para crear identidades para sus trabajadores y autenticar estas 
identidades con proveedores de identidades.  Un personal privado corresponde a un único grupo de 
usuarios de Amazon Cognito. Los equipos de trabajo privados corresponden a grupos de usuarios de 
Amazon Cognito dentro de ese grupo de usuarios. 

Ejemplos de proveedores de identidad admitidos por Amazon Cognito:

• Proveedores de inicio de sesión de redes sociales como Facebook y Google
• Proveedores de OpenID Connect (OIDC)
• Proveedores de lenguaje de marcado para confirmaciones de seguridad (SAML) como Active 

Directory
• El proveedor de identidad integrado de Amazon Cognito

Para obtener más información, consulte ¿Qué es Amazon VPC?

Para crear un personal privado mediante Amazon Cognito, debe tener un grupo de usuarios de 
Amazon Cognito existente que contenga al menos un grupo de usuarios. Consulte Tutorial: creación 
de un grupo de usuarios para obtener información sobre cómo crear un grupo de usuarios. Consulte
Agregar grupos a un grupo de usuarios para aprender a agregar un grupo de usuarios a un grupo.

Una vez creado el grupo de usuarios, siga los pasos señalados a continuación para crear un 
personal privado importando ese grupo de usuarios a Amazon SageMaker.

Para crear un personal privado importando un grupo de usuarios de Amazon Cognito

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Personal de etiquetado.
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3. Seleccione Privado.

4. Elija Crear equipo privado. Esto creará un personal privado y un equipo de trabajo.

5. Seleccione Importar los trabajadores de los grupos de usuarios existentes de Amazon Cognito.

6. Seleccione un grupo de usuarios que haya creado. Los conjuntos de usuarios requieren un 
dominio y un grupo de usuarios existente. Si aparece un error que indica que falta el dominio, 
establézcalo en las opciones Nombre de dominio, dentro de la página Integración de la 
aplicación de la consola Amazon Cognito para su grupo.

7. Elija un cliente de aplicación. Le recomendamos que utilice un cliente generado por SageMaker.

8. Elija un grupo de usuarios del conjunto para importar sus miembros.

9. Si lo desea, puede seleccionar un tema de Amazon Simple Notification Service (Amazon SNS) 
al que suscribir al equipo, de modo que los trabajadores reciban notificaciones por correo 
electrónico cuando los nuevos trabajos de etiquetado estén disponibles. Las notificaciones 
de Amazon SNS son compatibles con Ground Truth y no con Augmented AI. Si suscribe a los 
trabajadores para recibir notificaciones de SNS, solo recibirán notificaciones sobre trabajos de 
etiquetado de Ground Truth. No recibirán notificaciones sobre tareas de Augmented AI.

10. Elija Crear equipo privado.

Important

Una vez creado un personal mediante un grupo de usuarios de Amazon Cognito, este no 
podrá eliminarse sin eliminar primero todos los equipos de trabajo asociados a ese grupo en 
la consola de SageMaker. 

Después de importar el personal privado, actualice la página para ver la página Resumen de 
personal privado. En esta página, puede ver información acerca del grupo de usuarios de Amazon 
Cognito para su personal, una lista de equipos de trabajo para su personal y una lista de todos 
los miembros de su personal privado. Este personal ya está disponible para su uso en Amazon 
Augmented AI y Amazon SageMaker Ground Truth para tareas de revisión humana y tareas de 
etiquetado de datos, respectivamente.

Gestionar un personal privado (Amazon Cognito)

Una vez que haya creado un personal privado con Amazon Cognito, podrá crear y gestionar equipos 
de trabajo mediante la consola de Amazon SageMaker y las operaciones de la API.
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Puede hacer lo siguiente mediante la consola de SageMaker o la consola de Amazon Cognito.

• Agregar y eliminar equipos de trabajo.

• Añadir trabajadores a su personal y a uno o más equipos de trabajo.

• Desactivar o eliminar trabajadores de su personal y uno o más equipo de trabajo. Si agrega 
trabajadores al personal mediante la consola de Amazon Cognito, debe usar la misma consola 
para quitar el trabajador del personal.

Puede restringir el acceso a las tareas a los trabajadores en direcciones IP específicas mediante la 
API de SageMaker. Para obtener más información, consulte Gestione el personal privado mediante 
la API de Amazon SageMaker.

Temas

• Administrar una fuerza laboral (consolar de Amazon SageMaker)

• Gestione un personal privado (consola de Amazon Cognito)

Administrar una fuerza laboral (consolar de Amazon SageMaker)

Puede utilizar la consola de Amazon SageMaker para crear y administrar los equipos de trabajo y los 
trabajadores individuales que forman un personal privado.

Utilice un equipo de trabajo para asignar miembros de su personal privado a un trabajo de etiquetado 
o revisión humana. Al crear su personal a través de la consola de Amazon SageMaker, verá un 
equipo de trabajo llamado Todos en el personal privado que puede utilizar para asignar todo el 
personal a un trabajo. Dado que un grupo de usuarios de Amazon Cognito importado puede contener 
miembros que no desea incluir en sus equipos de trabajo, no se creará ningún equipo de trabajo 
similar para los grupos de usuarios de Amazon Cognito.

Dispone dos opciones para crear un nuevo equipo de trabajo:

• Puede crear un equipo de trabajo en la consola de SageMaker y añadir los miembros de su 
personal al equipo.

• Puede crear un grupo de usuarios a través de la consola de SageMaker y, a continuación, crear un 
equipo de trabajo importando el grupo de usuarios. Puede importar más de un grupo de usuarios 
a cada equipo de trabajo. Para administrar los miembros del equipo de trabajo puede actualizar 
el grupo de usuarios en la consola de Amazon Cognito. Para obtener más información, consulte
Gestione un personal privado (consola de Amazon Cognito). 
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Crear un equipo de trabajo con la consola de SageMaker

Puede crear un nuevo grupo de usuarios de Amazon Cognito o importar un grupo de usuarios 
existente mediante la consola SageMaker, en la página Personal de etiquetado. Para obtener más 
información sobre la creación de un grupo de usuarios en la consola de Amazon Cognito, consulte
Gestione un personal privado (consola de Amazon Cognito).

Para crear un equipo de trabajo con la consola de SageMaker

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Elija Personal de etiquetado en el menú de la izquierda.

3. En Privado, elija Crear equipo privado.

4. En Detalles del equipo, introduzca un Nombre de equipo. El nombre debe ser único en su cuenta 
en una región de AWS.

5. En Agregar trabajadores, elija un método para agregar trabajadores al equipo utilizando un 
grupo de usuarios.

• Si ha elegido Crear un equipo añadiendo trabajadores a un nuevo grupo de usuarios de 
Amazon Cognito, seleccione los trabajadores que desee añadir al equipo.

• Si ha elegido Crear un equipo mediante la importación de grupos de usuarios de Amazon 
Cognito existentes, elija los grupos de usuarios que forman parte del nuevo equipo.

6. Si selecciona un Tema de SNS, todos los trabajadores agregados al equipo se suscribirán al 
tema de Amazon SNS y se les notificará cuando haya disponibles nuevos elementos de trabajo 
para el equipo. Seleccione en una lista de sus temas existentes de Amazon SNS relacionados 
con Ground Truth o seleccione Crear nuevo tema para abrir un cuadro de diálogo de creación de 
temas.

Las notificaciones de Amazon SNS son compatibles con Ground Truth y no con Augmented AI. 
Si suscribe a los trabajadores para recibir notificaciones de SNS, solo recibirán notificaciones 
sobre trabajos de etiquetado de Ground Truth. No recibirán notificaciones sobre tareas de 
Augmented AI.

Los trabajadores de un grupo de trabajo suscritos a un tema recibirán notificaciones cuando haya 
disponible algún nuevo trabajo de etiquetado de Ground Truth para ese equipo y cuando alguno esté 
a punto de caducar.
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Consulte Creación y administración de los temas de Amazon SNS para los equipos de trabajo para 
obtener más información sobre el uso de Amazon SNS.

Suscripciones

Una vez que haya creado un equipo de trabajo, podrá ver más información sobre el equipo y cambiar 
o configurar el tema de Amazon SNS al que están suscritos sus miembros visitando la consola de 
Amazon Cognito. Si ha añadido a algún miembro del equipo antes de suscribir al equipo a un tema, 
tendrá que suscribir manualmente dichos miembros a dicho tema. Consulte Crear y administrar 
temas de Amazon SNS para sus equipos de trabajo para obtener más información sobre la creación 
y administración del tema de Amazon SNS.

Agregar o quitar trabajadores

Un equipo de trabajo es un grupo de trabajadores dentro del personal al que puede asignar trabajos. 
Se puede añadir un trabajador a más de un equipo de trabajo. Una vez agregado un trabajador a un 
equipo de trabajo, será posible inhabilitar o eliminar dicho trabajador.

Agregar trabajadores al personal

Agregar un trabajador al personal le permitirá agregar dicho trabajador a cualquier equipo de trabajo 
dentro de dicho personal. 

Para agregar trabajadores mediante la página de resumen de personal privado:

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Seleccione Personal de etiquetado para ir hasta la página de resumen de personal privado.

3. Seleccione Privado.

4. Elija Invitar nuevos trabajadores.

5. Pegue o escriba una lista de direcciones de correo electrónico separadas por comas en el 
cuadro de direcciones de correo electrónico. Puede tener hasta 50 direcciones de correo 
electrónico en esta lista.

Agregar un trabajador a un equipo de trabajo

Debe agregarse un trabajador al personal antes de agregarlo a un equipo de trabajo. Para agregar 
un trabajador a un equipo de trabajo, vaya primero a la página Resumen de personal privado
siguiendo los pasos anteriores.
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Para agregar un trabajador a un equipo de trabajo desde la página de resumen del personal privado

1. En la sección Equipos privados, elija el equipo al que desea agregar los trabajadores.

2. Seleccione la pestaña Trabajadores.

3. Elija Agregar trabajadores al equipo y elija los recuadros situados junto a los trabajadores que 
quiera agregar.

4. Haga clic en Agregar trabajadores al equipo.

Deshabilitar y quitar un trabajador del personal

Al deshabilitar un trabajador, este dejará de recibir trabajo. Esta acción no quita al trabajador del 
personal ni de ningún equipo de trabajo al que esté asociado el trabajador. Para deshabilitar o quitar 
un trabajador de un equipo de trabajo, vaya primero a la página Resumen de personal privado 
siguiendo los pasos anteriores.

Para desactivar un trabajador mediante la página Resumen de personal privado

1. En la sección Trabajadores, elija el trabajador al que desea deshabilitar.

2. Elija Deshabilitar.

Si lo desea, puede Habilitar posteriormente un trabajador después de haberlo deshabilitado.

Puede quitar trabajadores de su personal privado directamente en la consola de SageMaker en caso 
de que el trabajador haya sido agregado en esta consola. Si ha agregado el trabajador (usuario) en 
la consola de Amazon Cognito, consulte Gestione un personal privado (consola de Amazon Cognito)
para obtener información sobre cómo quitar el trabajador en la consola de Amazon Cognito.

Para quitar un trabajador mediante la página Resumen de personal privado

1. En la sección Trabajadores elija el trabajador que desea eliminar.

2. Si el trabajador no se ha deshabilitado, elija Deshabilitar. 

3. Seleccione el trabajador y elija Eliminar.
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Gestione un personal privado (consola de Amazon Cognito)

Un personal privado corresponde a un único grupo de usuarios de Amazon Cognito. Los equipos 
de trabajo privados corresponden a grupos de usuarios de Amazon Cognito dentro de ese grupo de 
usuarios. Los trabajadores corresponden a los usuarios de Amazon Cognito dentro de esos grupos.

Una vez creado su personal, puede agregar equipos de trabajo y trabajadores individuales a través 
de la consola de Amazon Cognito. También puede eliminar trabajadores de su personal privado o 
eliminarlos de equipos individuales en la consola de Amazon Cognito.

Important

No puede eliminar los equipos de trabajo de la consola de Amazon Cognito. Si se elimina 
un grupo de usuarios de Amazon Cognito asociado a un equipo de trabajo de Amazon 
SageMaker, se producirá un error. Para eliminar equipos de trabajo, utilice la consola de 
SageMaker. 

Creación de equipos de trabajo (consola de Amazon Cognito)

Puede crear un nuevo equipo de trabajo para completar un trabajo agregando un grupo de usuarios 
de Amazon Cognito al grupo de usuarios asociado con su personal privado. Para agregar un grupo 
de usuarios de Amazon Cognito a un grupo de trabajadores existente, consulte Agregar grupos a un 
grupo de usuarios. 

Para crear un equipo de trabajo con un grupo de usuarios de Amazon Cognito existente

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, seleccione Personal.

3. En Equipos privados, elija Crear equipo privado.

4. En Detalles del equipo, dé un nombre al equipo. El nombre debe ser único en su cuenta en una 
región de AWS.

5. En Añadir trabajadores, elija Importar grupos de usuarios de Amazon Cognito existentes y elija 
uno o más grupos de usuarios que formen parte del nuevo equipo.

6. Si selecciona un Tema de SNS, todos los trabajadores añadidos al equipo se suscribirán al 
tema de Amazon Simple Notification Service (Amazon SNS) y se les notificará cuando haya 
disponibles nuevos elementos de trabajo para el equipo. Elija de una lista de sus temas de SNS 
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existentes relacionados con Ground Truth o Amazon Augmented AI o elija Crear nuevo tema
para crear uno.

Note

Las notificaciones de Amazon SNS son compatibles con Ground Truth y no con 
Augmented AI. Si suscribe a los trabajadores para recibir notificaciones de SNS, solo 
recibirán notificaciones sobre trabajos de etiquetado de Ground Truth. No recibirán 
notificaciones sobre tareas de Augmented AI.

Suscripciones

Tras crear un equipo de trabajo, podrá ver más información sobre el equipo y cambiar o configurar 
el tema de SNS al que están suscritos sus miembros mediante la consola de Amazon Cognito. Si ha 
añadido a algún miembro del equipo antes de suscribir al equipo a algún tema, tendrá que suscribir 
manualmente dichos miembros a dicho tema. Para obtener más información, consulte Creación y 
administración de los temas de Amazon SNS para los equipos de trabajo.

Añadir y eliminar trabajadores (consola de Amazon Cognito)

Si utiliza la consola de Amazon Cognito para agregar trabajadores a un equipo de trabajo, deberá 
agregar un usuario al grupo de usuarios asociado al personal antes de agregar ese usuario a un 
grupo de usuarios. Es posible agregar los usuarios a un grupo de usuarios de diferentes formas. 
Para obtener más información, consulte Registro y confirmación de cuentas de usuario.

Agregar un trabajador a un equipo de trabajo

Una vez agregado un usuario a un grupo, el usuario podrá asociarse a grupos de usuarios dentro 
de dicho grupo. Una vez agregado un usuario a un grupo de usuarios, ese usuario se convertirá en 
trabajador en cualquier equipo de trabajo creado con dicho grupo de usuarios.

Para agregar un usuario a un grupo de usuarios

1. Abra la consola de Amazon Cognito: https://console.aws.amazon.com/cognito/.

2. Elija Administrar grupos de usuarios.

3. Elija el grupo de usuarios asociado a su personal de SageMaker. 

4. En Configuración general, elija Usuarios y grupos y realice una de las acciones siguientes:
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• Elija Grupos, elija el grupo al que desea agregar el usuario y elija Agregar usuarios. Elija los 
usuarios que desee agregar eligiendo el icono con el signo situado a la derecha del nombre 
de los usuarios. 

• Elija Usuarios, elija el usuario que quiera agregar al grupo de usuarios y elija Agregar al 
grupo. En el menú desplegable, elija el grupo y elija Agregar al grupo.

Deshabilitar y quitar un trabajador de un equipo de trabajo

Al deshabilitar un trabajador se impide que el trabajador reciba trabajos. Esta acción no quita al 
trabajador del personal ni de ningún equipo de trabajo al que esté asociado el mismo. Para quitar un 
usuario de un equipo de trabajo en Amazon Cognito, quite el usuario del grupo de usuarios asociado 
a ese equipo.

Para desactivar a un trabajador (mediante consola de Amazon Cognito), siga estos pasos:

1. Abra la consola de Amazon Cognito: https://console.aws.amazon.com/cognito/.

2. Elija Administrar grupos de usuarios.

3. Elija el grupo de usuarios asociado a su personal de SageMaker.

4. En Configuración general, elija Usuarios y grupos.

5. Elija el usuario que desee deshabilitar.

6. Elija Deshabilitar usuario.

Puede habilitar un usuario deshabilitado seleccionando Habilitar usuario. 

Para quitar un usuario de un grupo de usuarios (consola de Amazon Cognito)

1. Abra la consola de Amazon Cognito: https://console.aws.amazon.com/cognito/.

2. Elija Administrar grupos de usuarios.

3. Elija el grupo de usuarios asociado a su personal de SageMaker. 

4. En Configuración general, elija Usuarios y grupos.

5. En la pestaña Usuario, elija el icono de X a la derecha del grupo del que desea eliminar al 
usuario.
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Cree y gestione el personal de IdP de OIDC

Cree un personal privado mediante un proveedor de identidades (IdP) de OpenID Connect (OIDC) 
si quiere gestionar y autenticar a sus trabajadores con su propio IdP de OIDC. Las credenciales de 
los trabajadores individuales y otros datos se mantendrán privados. Ground Truth y Amazon A2I solo 
tendrán visibilidad de la información sobre los trabajadores que usted proporcione a través de las 
reclamaciones que envíe a estos servicios. Para crear un personal utilizando un IdP de OIDC, su IdP 
debe apoyar a los grupos, ya que Ground Truth y Amazon A2I asignan uno o más grupos de su IdP a 
un equipo de trabajo. Para obtener más información, consulte Envíe las reclamaciones obligatorias y 
opcionales a Ground Truth y Amazon A2I.

Si es un usuario nuevo de Ground Truth o Amazon A2I, puede probar la interfaz de usuario y el 
flujo de trabajo de sus trabajadores creando un equipo de trabajo privado e incorporándose como 
trabajador. Utilice este equipo de trabajo al crear un trabajo de etiquetado o un flujo de trabajo 
de revisión humana. En primer lugar, cree un personal de IdP privado de OIDC siguiendo las 
instrucciones indicadas en Creación de un personal privado (IdP de OIDC). A continuación, consulte
Gestionar un personal privado (IdP de OIDC) para obtener información sobre cómo crear un equipo 
de trabajo.

Temas

• Creación de un personal privado (IdP de OIDC)

• Gestionar un personal privado (IdP de OIDC)

Creación de un personal privado (IdP de OIDC)

Cree un personal privado con un proveedor de identidades (IdP) de OpenID Connect (OIDC) cuando 
desee autenticar y gestionar a los trabajadores con su propio proveedor de identidad. Utilice esta 
página para aprender a configurar su IdP para comunicarse con Amazon SageMaker Ground Truth 
(Ground Truth) o Amazon Augmented AI (Amazon A2I) y para saber cómo crear un personal usando 
su propio IdP.

Para crear un personal mediante un IdP de OIDC, su IdP deberá brindar soporte a los grupos porque 
Ground Truth y Amazon A2I usan uno o más grupos especificados por usted para crear equipos 
de trabajo. Utilice equipos de trabajo para seleccionar trabajadores para sus tareas de etiquetado 
y revisión humana. Dado que los grupos no son una reclamación estándar, su IdP puede tener una 
convención de nomenclatura diferente para un grupo de usuarios (trabajadores). Por lo tanto, deberá 
identificar uno o más grupos de usuarios a los que pertenece un trabajador mediante la reclamación 
personalizada sagemaker:groups que su IdP envía a Ground Truth o Amazon A2I. Para obtener 
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más información, consulte Envíe las reclamaciones obligatorias y opcionales a Ground Truth y 
Amazon A2I.

De este modo creará un personal IdP de OIDC mediante la operación de la API CreateWorkforce
de SageMaker. Una vez creado el personal privado, dicho personal y todos los equipos de trabajo 
y trabajadores asociados al mismo estarán disponibles para todas las tareas de etiquetado de 
Ground Truth y tareas de flujos de trabajo de revisión humana de Amazon A2I. Para obtener más 
información, consulte Creación de un personal IdP de OIDC.

Envíe las reclamaciones obligatorias y opcionales a Ground Truth y Amazon A2I

Al usar su propio IdP, Ground Truth y Amazon A2I utilizan su Issuer, ClientId y
ClientSecret para autenticar a los trabajadores obteniendo un CÓDIGO de autenticación de su
AuthorizationEndpoint.

Ground Truth y Amazon A2I utilizarán este CÓDIGO para obtener una reclamación personalizada 
de su IdP TokenEndpoint o UserInfoEndpoint. Puede configurar TokenEndpoint para que 
devuelva un token web JSON (JWT), o bien configurar UserInfoEndpoint para que devuelva 
un objeto JSON. El objeto JWT o JSON debe contener las reclamaciones obligatorias y opcionales 
que usted especifique. Una reclamación es un par clave-valor que contiene información sobre un 
trabajador o metadatos sobre el servicio OIDC. En la siguiente tabla se enumeran las reclamaciones 
que deben incluirse y que, de forma opcional, pueden incluirse en el objeto JWT o JSON que 
devuelve su IdP.

Note

Algunos de los parámetros de la siguiente tabla pueden especificarse mediante : o -. 
Por ejemplo, puede especificar los grupos a los que pertenece un trabajador utilizando
sagemaker:groups o sagemaker-groups en su reclamación.

Nombre Obligator 
io

Formato y valores 
aceptados

Descripción Ejemplo

sagemaker 
:groups  o
sagemaker-
groups

Sí Tipo de datos:

Si un trabajador 
pertenece a un solo 
grupo, identifique el 

Asigna un trabajado 
r a uno o varios 
grupos. Los grupos 
se utilizan para 

Ejemplo de un 
trabajador que 
pertenece a un solo 
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Nombre Obligator 
io

Formato y valores 
aceptados

Descripción Ejemplo

grupo mediante una 
cadena.

Si un trabajador 
pertenece a varios 
grupos, utilice una 
lista de hasta 10 
cadenas.

Caracteres 
permitidos:

Regex: [\p{L}\p{ 
M}\p{S}\p{N}\p{P}]+

Cuotas:

10 grupos por 
trabajador

63 caracteres por 
nombre de grupo

mapear al trabajado 
r en equipos de 
trabajo.

grupo: "work_tea 
m1"

Ejemplo de un 
trabajador que 
pertenece a más 
de un grupo:
["work_team1", 
"work_team2"]
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Nombre Obligator 
io

Formato y valores 
aceptados

Descripción Ejemplo

sagemaker 
:sub  o
sagemaker-
sub

Sí Tipo de datos:

Cadena

Esto es obligator 
io para rastrear la 
identidad de un 
trabajador dentro 
de la plataforma 
Ground Truth para 
auditar e identific 
ar las tareas en las 
que ha trabajado ese 
trabajador.

En cuanto al ADFS, 
los clientes deben 
usar el identific 
ador de seguridad 
principal (SID).

"11101110 
1-1234567 
89-368705 
6437-1111"

sagemaker 
:client_id
o sagemaker-
client_id

Sí Tipo de datos:

Cadena

Caracteres 
permitidos:

Regex: [\w+-]+

Cuotas:

128 caracteres

Un ID de cliente. 
Todos los tokens 
deben emitirse para 
este ID de cliente.

"00b600bb 
-1f00-05d 
0-bd00-00 
be00fbd0e0"

sagemaker 
:name  o
sagemaker-
name

Sí Tipo de datos:

Cadena

El nombre del 
trabajador que se 
mostrará en el portal 
para trabajadores.

"Jane Doe"
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Nombre Obligator 
io

Formato y valores 
aceptados

Descripción Ejemplo

email No Tipo de datos:

Cadena

El correo electróni 
co del trabajador. 
Ground Truth usa 
este correo electróni 
co para notificar a 
los trabajadores que 
han sido invitados 
a trabajar en tareas 
de etiquetado. 
Ground Truth 
también utilizará este 
correo electrónico 
para avisar a sus 
trabajadores cuando 
haya tareas de 
etiquetado disponibl 
es si configura un 
tema de Amazon 
SNS para un equipo 
de trabajo del que 
forma parte este 
trabajador.

"example- 
email@dom 
ain.com"

email_ver 
ified

No Tipo de datos:

Bool

Valores aceptados:

True, False

Indica si el correo 
electrónico del 
usuario ha sido 
verificado o no.

True

A continuación, se muestra un ejemplo de la sintaxis del objeto JSON que su UserInfoEndpoint
puede devolver.
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{ 
    "sub":"122", 
    "exp":"10000", 
    "sagemaker-groups":["group1","group2"] 
    "sagemaker-name":"name", 
    "sagemaker-sub":"122", 
    "sagemaker-client_id":"123456"
}

Ground Truth o Amazon A2I comparan los grupos que figuran en sagemaker:groups o
sagemaker-groups para verificar que su trabajador pertenece al equipo de trabajo especificado en 
el trabajo de etiquetado o la tarea de revisión humana. Una vez verificado el equipo de trabajo, las 
tareas de etiquetado o revisión humana se envían a dicho trabajador.

Creación de un personal IdP de OIDC

Puede crear un personal mediante la operación de la API CreateWorkforce de SageMaker y los 
SDK asociados específicos del idioma. Especifique un WorkforceName e información sobre su 
IdP de OIDC en el parámetro OidcConfig. Le recomendamos que configure su OIDC con un URI 
de redireccionamiento indicativo y, a continuación, que actualice el URI con la URL del portal para 
trabajadores tras crear el personal. Para obtener más información, consulte Configure su IdP de 
OIDC.

A continuación se muestra un ejemplo de solicitud: Consulte CreateWorkforce para obtener más 
información sobre cada parámetro de esta solicitud.

CreateWorkforceRequest: { 
    #required fields 
    WorkforceName: "example-oidc-workforce", 
    OidcConfig: {  
        ClientId: "clientId", 
        ClientSecret: "secret", 
        Issuer: "https://example-oidc-idp.com/adfs", 
        AuthorizationEndpoint: "https://example-oidc-idp.com/adfs/oauth2/authorize", 
        TokenEndpoint: "https://example-oidc-idp.com/adfs/oauth2/token", 
        UserInfoEndpoint: "https://example-oidc-idp.com/adfs/oauth2/userInfo", 
        LogoutEndpoint: "https://example-oidc-idp.com/adfs/oauth2/log-out", 
        JwksUri: "https://example-oidc-idp.com/adfs/discovery/keys" 
    }, 
    SourceIpConfig: { 
        Cidrs: ["string", "string"] 
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    }
}

Configure su IdP de OIDC

La forma de configurar su IdP de OIDC dependerá del IdP que utilice y de los requisitos de su 
empresa.

Al configurar su IdP, deberá especificar una devolución de llamada o redirigir el URI. Después de 
que Ground Truth o Amazon A2I autentiquen a un trabajador, este URI redirigirá al trabajador al 
portal para trabajadores donde los trabajadores pueden acceder al etiquetado o a las tareas de 
revisión humana. Para crear la URL de un portal para trabajadores, deberá crear un personal con los 
detalles de su IdP de OIDC mediante la operación de API CreateWorkforce. En particular, deberá 
configurar su IdP de OIDC con las reclamaciones de SageMaker personalizadas requeridas (consulte 
la siguiente sección para obtener más información). Por lo tanto, se recomienda configurar el OIDC 
con un URI de redireccionamiento temporal y, a continuación, actualizar el URI después de crear la 
plantilla. Consulte Creación de un personal IdP de OIDC para obtener información sobre cómo crear 
un personal mediante esta API.

Puede ver la URL de su portal para trabajadores en la consola SageMaker Ground Truth o mediante 
la operación de la API de SageMaker, DescribeWorkforce. La URL del portal para trabajadores 
está en el parámetro SubDomain de la respuesta.

Important

Asegúrese de añadir el subdominio del personal a su lista de IdP de OIDC permitidos. 
Cuando añada el subdominio a su lista de permitidos, deberá terminar en /oauth2/
idpresponse.

Para ver la URL de su portal para trabajadores después de crear un personal privado (consola):

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Personal de etiquetado.

3. Seleccione la pestaña Privado.

4. En el resumen de personal privado, verá la URL de inicio de sesión del portal de etiquetado. 
Esta es la URL de su portal para trabajadores.
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Para ver la URL de su portal para trabajadores después de crear un personal privado (API):

Al crear un personal privado utilizando CreateWorkforce, deberá especificar WorkforceName. 
Use este nombre para llamar a DescribeWorkforce. El cuadro que figura a continuación incluye 
ejemplos de solicitudes que utilizan el AWS CLI y AWS SDK for Python (Boto3).

SDK for Python (Boto3)

response = client.describe_workforce(WorkforceName='string')
print(f'The workforce subdomain is: {response['SubDomain']}')

AWS CLI

$ C:\>  describe-workforce --workforce-name 'string'

Valide su respuesta de autenticación del personal IdP de OIDC

Una vez creado su personal IdP de OIDC, puede utilizar el siguiente procedimiento para validar su 
flujo de trabajo de autenticación mediante cURL. Este procedimiento asume que tiene acceso a un 
terminal y que tiene cURL instalado.

Para validar su respuesta de autorización IdP de OIDC:

1. Obtenga un código de autorización mediante un URI configurado de la siguiente manera:

{AUTHORIZE ENDPOINT}?client_id={CLIENT ID}&redirect_uri={REDIRECT 
 URI}&scope={SCOPE}&response_type=code

a. Sustituya {AUTHORIZE ENDPOINT} por el punto de conexión autorizado para su IdP de 
OIDC.

b. Sustituya {CLIENT ID} por el ID de cliente de su cliente OAuth.

c. Sustituya {REDIRECT URI} por la URL del portal para trabajadores. Si aún no está 
presente, deberá agregar /oauth2/idpresponse al final de la URL.

d. Si tiene un ámbito personalizado, úselo para sustituir {SCOPE}. Si no tiene ningún ámbito 
personalizado, sustituya {SCOPE} poropenid.

A continuación, se muestra un ejemplo de un URI tras haber realizado las modificaciones 
anteriores:
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https://example.com/authorize?
client_id=f490a907-9bf1-4471-97aa-6bfd159f81ac&redirect_uri=https%3A%2F%2F
%2Fexample.labeling.sagemaker.aws
%2Foauth2%2Fidpresponse&response_type=code&scope=openid

2. Copie y pegue el URI modificado del paso 1 en su navegador y, a continuación, pulse Entrar en 
su teclado.

3. Autentíquese con su IdP.

4. Copie el parámetro de consulta del código de autenticación en el URI. Este parámetro comienza 
por code=. El siguiente es un ejemplo de cómo podría ser la respuesta. En este ejemplo, copie
code=MCNYDB... y todo lo que sigue.

https://example.labeling.sagemaker.aws/oauth2/idpresponse?code=MCNYDB....

5. Abra una terminal e introduzca el siguiente comando una vez realizadas las modificaciones 
necesarias que se indican a continuación:

curl --request POST \ 
  --url '{TOKEN ENDPOINT}' \ 
  --header 'content-type: application/x-www-form-urlencoded' \ 
  --data grant_type=authorization_code \ 
  --data 'client_id={CLIENT ID}' \ 
  --data client_secret={CLIENT SECRET} \ 
  --data code={CODE} \ 
  --data 'redirect_uri={REDIRECT URI}'

a. Sustituya {TOKEN ENDPOINT} por el punto de conexión del token de su IdP de OIDC.

b. Sustituya {CLIENT ID} por el ID de cliente de su cliente OAuth.

c. Sustituya {CLIENT SECRET} por el secreto de cliente de su cliente OAuth.

d. Sustituya {CODE} por el parámetro de consulta del código de autenticación que copió en el 
paso 4.

e. Sustituya {REDIRECT URI} por la URL del portal para trabajadores.

A continuación, se muestra un ejemplo de la solicitud de cURL una vez realizadas las 
modificaciones descritas anteriormente:

curl --request POST \ 
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  --url 'https://example.com/token' \ 
  --header 'content-type: application/x-www-form-urlencoded' \ 
  --data grant_type=authorization_code \ 
  --data 'client_id=f490a907-9bf1-4471-97aa-6bfd159f81ac' \ 
  --data client_secret=client-secret \ 
  --data code=MCNYDB... \ 
  --data 'redirect_uri=https://example.labeling.sagemaker.aws/oauth2/idpresponse'

6. Este paso depende del tipo de access_token que su IDP devuelva, un token de acceso de 
texto sin formato o un token de acceso JWT.

• Si su IdP no admite los tokens de acceso JWT, access_token puede ser texto sin formato 
(por ejemplo, un UUID). Verá una respuesta similar a la siguiente. En este caso, vaya al paso 
7.

{ 
  "access_token":"179c144b-fccb-4d96-a28f-eea060f39c13", 
  "token_type":"Bearer", 
  "expires_in":3600, 
  "refresh_token":"ef43e52e-9b4f-410c-8d4c-d5c5ee57631a", 
  "scope":"openid"
}

• Si su IdP admite los tokens de acceso JWT, el paso 5 debería generar un token de acceso en 
formato JWT. La respuesta tiene un aspecto similar a la del siguiente ejemplo:

{ 
    "access_token":"eyJh...JV_adQssw5c", 
    "refresh_token":"i6mapTIAVSp2oJkgUnCACKKfZxt_H5MBLiqcybBBd04", 
    "refresh_token_expires_in":6327, 
    "scope":"openid", 
    "id_token":"eyJ0eXAiOiJK9...-rDaQzUHl6cQQWNiDpWOl_lxXjQEvQ"
}

Copie el JWT y decodifíquelo. Puede utilizar un script de Python o un sitio web de terceros 
para decodificarlo. Por ejemplo, puede ir al sitio web https://jwt.io/ y pegar el JWT en el cuadro
codificado para decodificarlo.

Asegúrese de que la respuesta decodificada contenga lo siguiente:
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• Las afirmaciones de SageMaker obligatorias de la tabla que se encuentran en Envíe las 
reclamaciones obligatorias y opcionales a Ground Truth y Amazon A2I. Si no es así, deberá 
volver a configurar su IdP de OIDC para que contenga estas reclamaciones.

• El emisor que especificó al configurar el personal IdP.

7. En una terminal, introduzca el siguiente comando una vez realizadas las modificaciones 
necesarias que se indican a continuación:

curl -X POST -H 'Authorization: Bearer {ACCESS TOKEN}' -d '' -k -v {USERINFO 
 ENDPOINT}

a. Sustituya {USERINFO ENDPOINT} por el punto de conexión de información del usuario de 
su IdP de OIDC.

b. Sustituya {ACCESS TOKEN} por el token de acceso de la respuesta que recibió en el paso 
7. Esta es la entrada del parámetro "access_token".

A continuación, se muestra un ejemplo de la solicitud de cURL una vez realizadas las 
modificaciones descritas anteriormente:

 curl -X POST -H 'Authorization: Bearer eyJ0eX...' -d '' -k -v https://example.com/
userinfo

8. La respuesta al paso final del procedimiento anterior puede parecerse a la del siguiente bloque 
de código.

Si lo que access_token devolvió en el paso 6 fue texto plano, deberá comprobar que esta 
respuesta contiene la información requerida. En este caso, la respuesta deberá contener 
las reclamaciones obligatorias de SageMaker de la tabla que se encuentra en Envíe las 
reclamaciones obligatorias y opcionales a Ground Truth y Amazon A2I. Por ejemplo,
sagemaker-groups, sagamaker-name.

{ 
    "sub":"122", 
    "exp":"10000", 
    "sagemaker-groups":["group1","group2"] 
    "sagemaker-name":"name", 
    "sagemaker-sub":"122", 
    "sagemaker-client_id":"123456"
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}

Pasos siguientes

Una vez que haya creado un personal privado con su IdP y haya verificado la respuesta de 
autenticación de su IdP, podrá crear equipos de trabajo con sus grupos de IdP. Para obtener más 
información, consulte Gestionar un personal privado (IdP de OIDC).

Puede restringir el acceso de los trabajadores a tareas a direcciones IP específicas y actualizar 
o eliminar su personal mediante la API de SageMaker. Para obtener más información, consulte
Gestione el personal privado mediante la API de Amazon SageMaker.

Gestionar un personal privado (IdP de OIDC)

Una vez que haya creado un personal privado con su proveedor de identidades (IdP) de OpenID 
Connect (OIDC), podrá gestionar sus trabajadores con su IdP. Por ejemplo, puede agregar, eliminar 
y agrupar a los trabajadores directamente a través de su IdP.

Para añadir trabajadores a un trabajo de etiquetado de Amazon SageMaker Ground Truth (Ground 
Truth) o a una tarea de revisión humana de Amazon Augmented AI (Amazon A2I), deberá crear 
equipos de trabajo con 1 a 10 grupos de IdP y asignar dicho equipo de trabajo al trabajo o la tarea. 
Asigne un equipo de trabajo a un trabajo o tarea especificando ese equipo de trabajo al crear un 
trabajo de etiquetado (Ground Truth) o un flujo de trabajo de revisión humana (Amazon A2I).

Solo puede asignar un equipo a cada trabajo de etiquetado o flujo de trabajo de revisión humana. 
Puede usar el mismo equipo para crear varios trabajos de etiquetado o tareas de revisión humana. 
También puede crear varios equipos de trabajo para trabajar en diferentes trabajos de etiquetado o 
tareas de revisión humana.

Requisitos previos

Para crear y gestionar equipos de trabajo privados mediante sus grupos de IdP de OIDC, primero 
debe crear un personal mediante la operación de la API CreateWorkforce de SageMaker. Para 
obtener más información, consulte Creación de un personal privado (IdP de OIDC).

Añada equipos de trabajo

Puede utilizar la consola de SageMaker para crear un equipo de trabajo privado con su personal 
de IdP de OIDC en la página Personal de etiquetado de Ground Truth. Si está creando un trabajo 
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de etiquetado de Ground Truth, también puede crear un equipo de trabajo privado mientras crea un 
trabajo de etiquetado.

Note

Los equipos de trabajo para Amazon A2I se crean y administran en el área Ground Truth de 
la consola de SageMaker.

También puede utilizar la API de SageMaker y los SDK asociados específicos del idioma para crear 
un equipo de trabajo privado.

Utilice los siguientes procedimientos para aprender a crear un equipo de trabajo privado mediante la 
consola y la API de SageMaker.

Crear un equipo de trabajo privado en la página Personal de etiquetado (consola)

1. Vaya al área Ground Truth de la consola de SageMaker: https://console.aws.amazon.com/ 
sagemaker/groundtruth.

2. Seleccione Personal de etiquetado.

3. Seleccione Privado.

4. En la sección Equipos privados, seleccione Crear equipo privado.

5. En la sección Detalles del equipo, introduzca un Nombre de equipo.

6. En la sección Añadir trabajadores, introduzca el nombre de un único grupo de usuarios. Todos 
los trabajadores asociados a este grupo en su IdP se añadirán a este equipo de trabajo.

7. Para añadir más de un grupo de usuarios, seleccione Añadir nuevo grupo de usuarios e 
introduzca los nombres de los grupos de usuarios que quiera añadir a dicho equipo de trabajo. 
Introduzca un grupo de usuarios por línea.

8. (Opcional) En cuanto a los trabajos de etiquetado de Ground Truth, si proporciona un correo 
electrónico para los trabajadores de su JWT, Ground Truth notificará a los trabajadores cuando 
haya una nueva tarea de etiquetado disponible al seleccionar un tema de SNS.

9. Elija Crear equipo privado.

Crear un equipo de trabajo privado mientras se crea un trabajo de etiquetado (consola)

1. Vaya al área Ground Truth de la consola de SageMaker: https://console.aws.amazon.com/
sagemaker/groundtruth.

Usar personal privado 1910

https://console.aws.amazon.com/sagemaker/groundtruth
https://console.aws.amazon.com/sagemaker/groundtruth
https://console.aws.amazon.com/sagemaker/groundtruth
https://console.aws.amazon.com/sagemaker/groundtruth


Amazon SageMaker Guía para desarrolladores

2. Seleccione Trabajos de etiquetado.

3. Utilice las instrucciones en Crear un trabajo de etiquetado (consola) para crear un trabajo de 
etiquetado. Deténgase en la sección de Trabajadores de la segunda página.

4. Seleccione Privado para tu tipo de trabajador.

5. Introduzca un Nombre de grupo.

6. En la sección Añadir trabajadores, introduzca el nombre de un único grupo de usuarios en
Grupos de usuarios. Todos los trabajadores asociados a este grupo en su IdP se añadirán a 
este equipo de trabajo.

Important

Los nombres de grupo que especifique para los Grupos de usuarios deben coincidir con 
los nombres de grupo especificados en su IdP de OIDC.

7. Para añadir más de un grupo de usuarios, seleccione Añadir nuevo grupo de usuarios e 
introduzca los nombres de los grupos de usuarios que quiera añadir a dicho equipo de trabajo. 
Introduzca un grupo de usuarios por línea.

8. Complete todos los pasos restantes para crear su trabajo de etiquetado.

El equipo privado que cree se utilizará para este trabajo de etiquetado y aparecerá en la sección
Personal de etiquetado de la consola de SageMaker.

Crear un equipo de trabajo privado con la API de SageMaker

Puede crear un equipo de trabajo privado mediante la operación de la API CreateWorkteam de 
SageMaker.

Si utiliza esta operación, enumere en el parámetro Groups OidcMemberDefinition todos los 
grupos de usuarios que quiera incluir en el equipo de trabajo.

Important

Los nombres de grupo que especifique en Groups deben coincidir con los nombres de grupo 
especificados en su IdP de OIDC.

Por ejemplo, si los nombres de sus grupos de usuarios son group1, group2, y group3 en su IdP 
de OIDC, configure OidcMemberDefinition de la siguiente manera:
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 "OidcMemberDefinition": {  
    "Groups": ["group1", "group2", "group3"] 
  }

Además, debe asignar un nombre al equipo de trabajo mediante el parámetro WorkteamName.

Añada o elimine grupos de IdP de los equipos de trabajo

Una vez creado un equipo de trabajo, podrá utilizar la API de SageMaker para gestionarlo. Utilice la 
operación UpdateWorkteam para actualizar los grupos de usuarios de IdP incluidos en ese equipo 
de trabajo.

• Utilice el parámetro WorkteamName para identificar el equipo de trabajo que quiera actualizar.

• Si utiliza esta operación, enumere en el parámetro Groups OidcMemberDefinition todos 
los grupos de usuarios que quiera incluir en el equipo de trabajo. Si un grupo de usuarios está 
asociado a un equipo de trabajo y no lo incluye en esta lista, ese grupo de usuarios dejará de estar 
asociado a dicho equipo de trabajo.

Eliminar un equipo de trabajo

Puede eliminar un equipo de trabajo mediante la consola de SageMaker y la API de SageMaker.

Para eliminar un equipo de trabajo privado en la consola de SageMaker

1. Vaya al área Ground Truth de la consola de SageMaker: https://console.aws.amazon.com/ 
sagemaker/groundtruth.

2. Seleccione Personal de etiquetado.

3. Seleccione Privado.

4. En la sección Equipos privados, elija el equipo al que quiera añadir los trabajadores.

5. Seleccione Eliminar.

Eliminar un equipo de trabajo privado (API)

Puede eliminar un equipo de trabajo privado mediante la operación de la API DeleteWorkteam de 
SageMaker.
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Gestionar trabajadores individuales

Al crear un personal con su propio IdP de OIDC, no puede usar Ground Truth ni Amazon A2I para 
gestionar trabajadores individuales.

• Para añadir un trabajador a un equipo de trabajo, añada dicho trabajador a un grupo asociado a 
ese equipo de trabajo.

• Para eliminar un trabajador de un equipo de trabajo, quítelo de todos los grupos de usuarios 
asociados a dicho equipo de trabajo.

Actualice, elimine y describa su personal.

Puede actualizar, eliminar y describir su plantilla de IdP de OIDC mediante la API de SageMaker. A 
continuación se muestra una lista de las operaciones de la API que puede utilizar para gestionar su 
personal. Para obtener más información, incluida la forma en que puede localizar el nombre de su 
personal, consulte Gestione el personal privado mediante la API de Amazon SageMaker.

• UpdateWorkforce— Es posible que quiera actualizar un personal creado con su propio IdP de 
OIDC para especificar un punto de conexión de autorización, punto de conexión de token o emisor 
diferente. Puede actualizar cualquier parámetro en OidcConfig que se encuentre al utilizar esta 
operación.

Solo puede actualizar la configuración de su IdP de OIDC cuando no haya equipos de trabajo 
asociados a su personal. Para obtener información sobre cómo eliminar equipos de trabajo, 
consulte Eliminar un equipo de trabajo.

• DeleteWorkforce: utilice esta operación para eliminar su personal privado. Si tiene algún equipo 
de trabajo asociado a su personal, debe eliminar esos equipos de trabajo antes de eliminar su 
personal. Para obtener más información, consulte Eliminar un equipo de trabajo.

• DescribeWorkforce: utilice esta operación para enumerar la información del personal privado, 
incluido el nombre del personal, el nombre del recurso de Amazon (ARN) y, si corresponde, los 
rangos de direcciones IP permitidos (CIDR).

Gestione el personal privado mediante la API de Amazon SageMaker

Puede utilizar las operaciones de la API de Amazon Sagemaker para gestionar, actualizar y eliminar 
su personal privado. Para cada operación de API vinculada en esta página, encontrará una lista de 
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los SDK compatibles específicos del idioma y su documentación en la sección Véase también de la 
documentación de la API.

Encuentre el nombre de su fuerza laboral

Algunas de las operaciones de la API relacionadas con el personal de SageMaker requieren el 
nombre de su personal como entrada. Puede ver los nombres de sus trabajadores privados y 
proveedores del IdP de Amazon Cognito u OIDC en una región de AWS mediante la operación de 
API ListWorkforces en esa región de AWS.

Si ha creado su plantilla con su propio IdP de OIDC, encontrará el nombre de su plantilla en el área 
Ground Truth de la consola SageMaker.

Para encontrar el nombre de su personal en la consola de SageMaker

1. Vaya al área Ground Truth de la consola de SageMaker: https://console.aws.amazon.com/
sagemaker/groundtruth.

2. Seleccione Personal de etiquetado.

3. Seleccione Privado.

4. En la sección Resumen del personal privado, localice el ARN de su personal. El 
nombre de su personal se encuentra al final de este ARN. Por ejemplo, si el ARN es
arn:aws:sagemaker:us-east-2:111122223333:workforce/example-workforce, el 
nombre del personal es example-workforce.

Restrinja el acceso de los trabajadores a las tareas a las direcciones IP permitidas

De forma predeterminada, el personal no está restringido a direcciones IP específicas. Puede usar 
la operación UpdateWorkforce para exigir que los trabajadores usen un rango específico de 
direcciones IP (CIDR) para acceder a las tareas. Si especifica uno o más CIDR, a los trabajadores 
que intenten obtener acceso a tareas mediante cualquier dirección IP fuera de los rangos 
especificados se les denegará el acceso y recibirán un mensaje de error HTTP 204 en el portal del 
trabajador. Puede especificar hasta cuatro valores de CIDR con UpdateWorkforce.

Después de haber restringido su fuerza de trabajo a uno o más CIDR, la salida de las 
listas de UpdateWorkforce todos los CIDR permitidos. También puede usar la operación
DescribeWorkforce para ver todos los CIDR permitidos para una fuerza laboral.
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Actualice la configuración de la fuerza laboral del proveedor de identidad del OIDC

Es posible que desee actualizar un personal creado con su propio IdP de OIDC para especificar un 
punto de conexión de autorización, punto de conexión de token o emisor diferente. Puede actualizar 
cualquier parámetro que se encuentre en OidcConfig al utilizar la operación UpdateWorkforce.

Important

Solo puede actualizar la configuración de su IdP de OIDC cuando no haya equipos de trabajo 
asociados a su personal. Puede eliminar un equipo de trabajo privado mediante la operación
DeleteWorkteam.

Borrar personal privado

Solo puede tener un personal privado en cada región de AWS. Es posible que desee eliminar su 
personal privado en una región de AWS cuando:

• Quiera crear un personal con un nuevo grupo de usuarios de Amazon Cognito.

• Ya haya creado una plantilla privada con Amazon Cognito y quiera crear una plantilla con su propio 
proveedor de identidades (IdP) de OpenID Connect (OIDC).

Para eliminar un personal privado, utilice la operación de la API DeleteWorkforce. Si tiene algún 
equipo de trabajo asociado a su personal, debe eliminar esos equipos de trabajo antes de eliminar su 
personal. Puede eliminar un equipo de trabajo privado mediante la operación DeleteWorkteam.

Realizar seguimiento del rendimiento del trabajador

Amazon SageMaker Ground Truth registra los eventos de los trabajadores en Amazon CloudWatch, 
como cuando un trabajador inicia o envía una tarea. Utilice las métricas de Amazon CloudWatch para 
medir y realizar un seguimiento del rendimiento en un equipo o para trabajadores individuales.

Important

El seguimiento de eventos del trabajador no está disponible para los flujos de trabajo de 
revisión humana de Amazon Augmented AI.
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Habilitar seguimiento

Durante el proceso de configuración de un nuevo equipo de trabajo, se crean los permisos para el 
registro de eventos de trabajadores en Amazon CloudWatch. Dado que esta característica se añadió 
en agosto de 2019, es posible que los equipos de trabajo creados antes de esta fecha no dispongan 
de los permisos correctos. Si todos sus equipos de trabajo se crearon antes de agosto de 2019, 
cree un nuevo equipo de trabajo. No necesita ningún miembro y puede eliminarse después de su 
creación, pero al crearlo, estará estableciendo los permisos se establecerán y se aplicarán a todos 
sus equipos de trabajo, independientemente de cuándo hayan creado.

Examinar registros

Una vez habilitado el seguimiento, se registrará la actividad de los trabajadores. Abra la consola de 
Amazon CloudWatch y, en el panel de navegación, seleccione Registros. Debería ver un grupo de 
registros denominado /aws/sagemaker/groundtruth/WorkerActivity.

Cada tarea completada estará representada por una entrada de registro con información sobre el 
trabajador, su equipo, el trabajo, cuándo se aceptó la tarea y cuándo se envió.

Example Entrada de registro

{ 
  "worker_id": "cd449a289e129409", 
  "cognito_user_pool_id": "us-east-2_IpicJXXXX", 
  "cognito_sub_id": "d6947aeb-0650-447a-ab5d-894db61017fd", 
  "task_accepted_time": "Wed Aug 14 16:00:59 UTC 2019", 
  "task_submitted_time": "Wed Aug 14 16:01:04 UTC 2019", 
  "task_returned_time": "", 
  "task_declined_time": "", 
  "workteam_arn": "arn:aws:sagemaker:us-east-2:############:workteam/private-crowd/
Sample-labeling-team", 
  "labeling_job_arn": "arn:aws:sagemaker:us-east-2:############:labeling-job/metrics-
demo", 
  "work_requester_account_id": "############", 
  "job_reference_code": "############", 
  "job_type": "Private", 
  "event_type": "TasksSubmitted", 
  "event_timestamp": "1565798464"
}

Un punto de datos útil en cada evento es cognito_sub_id. Puede cotejarlo con un trabajador 
individual.
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1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En la sección Ground Truth, elija Personal.

3. Seleccione Privado.

4. Elija el nombre de un equipo en la sección Equipos privados.

5. En la sección Resumen del equipo, elija el grupo de usuarios identificado en Grupo de usuarios 
de Amazon Cognito. Esto le llevará al grupo en la consola de Amazon Cognito.

6. La página Grupo enumera los usuarios del grupo. Elija el enlace de cualquier usuario en la 
columna Nombre de usuario para ver información adicional sobre el usuario, incluido un sub ID 
único.

Para obtener información sobre todos los miembros del equipo, utilice la acción ListUsers (ejemplos) 
en la API de Amazon Cognito.

Usar métricas de registro

Si no quiere escribir sus propios scripts para procesar y visualizar la información de registro sin 
procesar, las métricas de Amazon CloudWatch le proporcionan información sobre la actividad del 
trabajador.

Para ver las métricas

1. Abra la consola de CloudWatch en https://console.aws.amazon.com/cloudwatch/.

2. En el panel de navegación, seleccione Métricas.

3. Elija el espacio de nombre AWS/SageMaker/Workteam, luego explore las métricas disponibles. 
Por ejemplo, seleccionar las métricas Flujo de trabajo y Personal le permite calcular el tiempo 
medio por tarea enviada para un trabajo de etiquetado específico.

Para obtener más información, consulte Uso de métricas de Amazon CloudWatch.

Creación y administración de los temas de Amazon SNS para los equipos de trabajo

Utilice los procedimientos de este tema cuando quiera:

• Crear un tema al que quiera que se suscriba un equipo de trabajo existente.

• Crear un tema antes de crear un equipo de trabajo.

• Crear o modificar el equipo de trabajo con una llamada a la API y especificar el nombre de recurso 
de Amazon (ARN) de un tema.
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Si crea un equipo de trabajo mediante la consola, la consola proporciona una opción para crear un 
nuevo tema para el equipo, de modo que no tenga que realizar estos pasos.

Important

La característica Amazon SNS no se admite en Amazon A2I. Si suscribe a su equipo de 
trabajo en un tema de Amazon SNS, los trabajadores solo recibirán notificaciones sobre 
trabajos de etiquetado de Ground Truth. Los trabajadores no recibirán notificaciones sobre 
nuevas tareas de revisión humana de Amazon A2I.

Crear el tema de Amazon SNS

Los pasos para crear temas de Amazon SNS para notificaciones de equipos de trabajo son similares 
a los pasos de Introducción en la Guía para desarrolladores de Amazon SNS, con un añadido 
importante: debe añadir una política de acceso para que Amazon SageMaker pueda publicar 
mensajes en el tema en su nombre.

Para agregar la política al crear el tema

1. Abra la consola de Amazon SNS en https://console.aws.amazon.com/sns/v3/home.

2. En Create topic (Crear tema), escriba el nombre de su tema y, a continuación, elija Next steps 
(Pasos siguientes).

3. En Access policy (Política de acceso), elija Advanced (Avanzada).

4. En el JSON editor (Editor de JSON), busque la propiedad Resource, que muestra el ARN del 
tema.

5. Copie el valor de ARN de Resource.

6. Antes del corchete de cierre final (]), agregue la siguiente política.

    , { 
        "Sid": "AwsSagemaker_SnsAccessPolicy", 
        "Effect": "Allow", 
        "Principal": { 
            "Service": "sagemaker.amazonaws.com" 
        }, 
        "Action": "sns:Publish", 
        "Resource": "arn:partition:sns:region:111122223333:MyTopic", # ARN of the 
 topic you copied in the previous step 
        "Condition": { 
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            "ArnLike": { 
                "aws:SourceArn": 
 "arn:partition:sagemaker:region:111122223333:workteam/*" # Workteam ARN 
            }, 
            "StringEquals": { 
                "aws:SourceAccount": "111122223333" # SNS topic account 
            } 
        } 
    }

7. Creación del tema de .

Después de crear el tema, aparecerá en la pantalla de resumen de Topics (Temas). Para obtener 
más información acerca de la creación de temas, consulte Creating a Topic (Creación de un tema) en 
la Guía del desarrollador de Amazon SNS.

Administración de las suscripciones de los trabajadores

Si suscribe un equipo de trabajo a un tema después de haber creado el equipo de trabajo, los 
miembros individuales del equipo de trabajo que se agregaron al equipo cuando se creó el equipo de 
trabajo no se han suscrito automáticamente al tema. Para obtener información sobre cómo suscribir 
las direcciones de correo electrónico de los trabajadores al tema, consulte Suscripción de un punto 
de conexión a un tema de Amazon SNS en la Guía para desarrolladores de Amazon SNS.

La única situación en la que los trabajadores se suscriben automáticamente al tema es al crear o 
importar un grupo de usuarios de Amazon Cognito en el momento en que se crea un equipo de 
trabajo y se configura la suscripción al tema cuando se crea ese equipo de trabajo. Para obtener más 
información sobre cómo crear y administrar los equipos de trabajo con Amazon Cognito, consulte
Creación de equipos de trabajo (consola de Amazon Cognito).

Referencia de Crowd HTML Elements

Los Crowd HTML Elements son componentes web, un estándar web que resume marcas HTML, 
CSS y funcionalidades JavaScript en una etiqueta o conjunto de etiquetas HTML. Amazon 
SageMaker proporciona a los clientes la capacidad de diseñar sus propias plantillas de tarea 
personalizada en HTML.

Como punto de partida, puede usar una plantilla creada con Crowd HTML Elements de uno de los 
siguientes repositorios de GitHub:
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• IU de tareas de ejemplo para Amazon SageMaker Ground Truth

• Más de 60 IU de tareas de ejemplo para Amazon Augmented AI (A2I)

Estos repositorios incluyen plantillas diseñadas para audio, imagen, texto, vídeo y otros tipos de 
tareas de anotación y etiquetado de datos.

Para obtener más información acerca de cómo implementar plantillas personalizadas en Amazon 
SageMaker Ground Truth, consulte Creación de flujos de trabajo de etiquetado personalizados. Para 
obtener más información sobre las plantillas personalizadas en Amazon Augmented AI, consulte
Crear plantillas de tareas de trabajador personalizadas.

Crowd HTML Elements de SageMaker

A continuación, se muestra una lista de los Crowd HTML Elements que facilitan la creación de una 
plantilla personalizada y proporcionan una interfaz de usuario familiar para los trabajadores. Estos 
elementos son compatibles con Ground Truth, Augmented AI y Mechanical Turk.

Temas

• crowd-alert

• crowd-badge

• crowd-button

• crowd-bounding-box

• crowd-card

• crowd-checkbox

• crowd-classifier

• crowd-classifier-multi-select

• crowd-entity-annotation

• crowd-fab

• crowd-form

• crowd-icon-button

• crowd-image-classifier

• crowd-image-classifier-multi-select

• crowd-input

• crowd-instance-segmentation
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• crowd-instructions

• crowd-keypoint

• crowd-line

• crowd-modal

• crowd-polygon

• '{"datos":{"características":[1,2,3,4]}}'

• crowd-radio-button

• crowd-radio-group

• crowd-semantic-segmentation

• crowd-slider

• crowd-tab

• crowd-tabs

• crowd-text-area

• crowd-toast

• crowd-toggle-button

crowd-alert

Mensaje que alerta al trabajador sobre una situación actual.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
alert>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo 
en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <div id="errorBox"></div> 
    
  <crowd-keypoint 
    src="{{ task.input.taskObject | grant_read_access }}" 
    labels="['Item A', 'Item B', 'Item C']"         
    header="Please locate the centers of each item." 
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    name="annotatedResult"> 
    <short-instructions> 
      Describe your task briefly here and give examples 
    </short-instructions> 
    <full-instructions> 
      Give additional instructions and good/bad examples here 
    </full-instructions>    
  </crowd-keypoint>
</crowd-form>

<script> 
  var num_obj = 1; 

  document.querySelector('crowd-form').onsubmit = function(e) { 
    const keypoints = document.querySelector('crowd-keypoint').value.keypoints || 
 document.querySelector('crowd-keypoint')._submittableValue.keypoints; 
    const labels = keypoints.map(function(p) { 
      return p.label; 
    }); 

    // 1. Make sure total number of keypoints is correct. 
    var original_num_labels = document.getElementsByTagName("crowd-keypoint")
[0].getAttribute("labels"); 

    original_num_labels = original_num_labels.substring(2, original_num_labels.length - 
 2).split("\",\""); 
    var goalNumKeypoints = num_obj*original_num_labels.length; 
    if (keypoints.length != goalNumKeypoints) { 
      e.preventDefault(); 
      errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must add all 
 keypoint annotations and use each label only once.</crowd-alert>'; 
      errorBox.scrollIntoView(); 
      return; 
    } 

    // 2. Make sure all labels are unique. 
    labelCounts = {}; 
    for (var i = 0; i < labels.length; i++) { 
      if (!labelCounts[labels[i]]) { 
        labelCounts[labels[i]] = 0; 
      } 
      labelCounts[labels[i]]++; 
    } 
    const goalNumSingleLabel = num_obj; 
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    const numLabels = Object.keys(labelCounts).length; 

    Object.entries(labelCounts).forEach(entry => { 
      if (entry[1] != goalNumSingleLabel) { 
        e.preventDefault(); 
        errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must use each 
 label only once.</crowd-alert>'; 
        errorBox.scrollIntoView(); 
      } 
    }) 
  };
</script>

Atributos

Los siguientes atributos son compatibles con este elemento.

dismissible

Conmutador booleano que, si está presente, permite que el trabajador cierre el mensaje.

type

Cadena que especifica el tipo de mensaje que se va a mostrar. Los posibles valores son "info" (valor 
predeterminado), "success", "error" y "warning".

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements
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crowd-badge

Icono que flota por la esquina superior derecha de otro elemento al que está asociado.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-badge>. 
Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo en 
cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-image-classifier 
    name="crowd-image-classifier" 
    src="https://unsplash.com/photos/NLUkAA-nDdE" 
    header="Choose the correct category for this image." 
    categories="['Person', 'Umbrella', 'Chair', 'Dolphin']" 
  > 
    <full-instructions header="Classification Instructions"> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
    </full-instructions> 
    
    <short-instructions id="short-instructions"> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
      <crowd-badge icon="star" for="short-instructions"/> 
    </short-instructions> 
  </crowd-image-classifier>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

for

Cadena que especifica el ID del elemento al que está asociado la tarjeta de identificación.
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icon

Cadena que especifica el icono que se va a mostrar en la tarjeta de identificación. La cadena 
tiene que ser el nombre de un icono del conjunto de iron-icons de código abierto que está cargado 
previamente o la dirección URL de un icono personalizado.

Este atributo anula el atributo label.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar para agregar un iron-icon a un 
elemento HTML <crowd-badge>. Reemplace icon-name con el nombre del icono que le gustaría 
utilizar de este conjunto de iconos.

<crowd-badge icon="icon-name" for="short-instructions"/>

label

El texto que se muestra en la tarjeta de identificación. Se recomienda usar tres o menos caracteres 
porque un texto demasiado grande desbordaría el área de la tarjeta de identificación. Se puede 
mostrar un icono en lugar de texto estableciendo el atributo icon.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-button

Botón con estilo aplicado que representa alguna acción.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.
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A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-button>. 
Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo en 
cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-image-classifier 
    name="crowd-image-classifier" 
    src="https://unsplash.com/photos/NLUkAA-nDdE" 
    header="Please select the correct category for this image" 
    categories="['Person', 'Umbrella', 'Chair', 'Dolphin']" 
  > 
    <full-instructions header="Classification Instructions"> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
    </full-instructions> 
    <short-instructions> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
      <crowd-button> 
        <iron-icon icon="question-answer"/> 
      </crowd-button> 
    </short-instructions> 
  </crowd-image-classifier>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

disabled

Conmutador booleano que, si está presente, muestra el botón como deshabilitado y evita que se 
hagan clics.

form-action

Conmutador que envía su elemento crowd-form principal si se establece en "submit", o restablece su 
elemento <crowd-form> principal si se establece en "reset".
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href

Dirección URL de un recurso online. Utilice esta propiedad si necesita un enlace presentado como un 
botón.

icon

Cadena que especifica el icono que se va a mostrar al lado del texto del botón. La cadena debe 
ser el nombre de un icono del conjunto de iron-icons de código abierto, que está precargado. Por 
ejemplo, para insertar el iron-icon search, utilice los siguiente:

<crowd-button> 
    <iron-icon icon="search"/>
</crowd-button>

El icono se coloca a la izquierda o la derecha del texto, según lo que especifique el atributo icon-
align.

Para usar un icono personalizado, consulte icon-url.

icon-align

La posición (izquierda o derecha) del icono en relación con el texto del botón. El valor 
predeterminado es "left".

icon-url

Dirección URL a una imagen personalizada para el icono. Se puede utilizar una imagen 
personalizada en lugar de un icono estándar que se especifica con el atributo icon.

cargar

Conmutador booleano que, si está presente, muestra el botón como si estuviera en estado de carga. 
Este atributo tiene prioridad sobre el atributo disabled si ambos atributos están presentes.

destino

Cuando se utiliza el atributo href para que el botón actúe como hipervínculo a una dirección URL 
específica, el atributo target está dirigido de forma opcional a un fotograma o una ventana donde la 
dirección URL vinculada debe cargarse.
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variant

El estilo general del botón. Utilice "primary" para botones principales, "normal" para botones 
secundarios, "link" para botones terciarios o "icon" para mostrar solo el icono sin texto.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-bounding-box

Un widget utilizado para dibujar rectángulos en una imagen y asignar una etiqueta a la parte de la 
imagen que está en cada rectángulo.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
bounding-box>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra 
el archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla. Para 
obtener más ejemplos, consulte este repositorio de GitHub.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-bounding-box 
    name="annotatedResult" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Draw bounding boxes around all the cats and dogs in this image" 
    labels="['Cat', 'Dog']" 
  > 

Crowd HTML Elements de SageMaker 1928

https://codepen.io/sagemaker_crowd_html_elements/pen/XWpJGad
https://github.com/aws-samples/amazon-sagemaker-ground-truth-task-uis/tree/master/images


Amazon SageMaker Guía para desarrolladores

    <full-instructions header="Bounding Box Instructions" > 
      <p>Use the bounding box tool to draw boxes around the requested target of 
 interest:</p> 
      <ol> 
        <li>Draw a rectangle using your mouse over each instance of the target.</li> 
        <li>Make sure the box does not cut into the target, leave a 2 - 3 pixel 
 margin</li> 
        <li> 
          When targets are overlapping, draw a box around each object, 
          include all contiguous parts of the target in the box. 
          Do not include parts that are completely overlapped by another object. 
        </li> 
        <li> 
          Do not include parts of the target that cannot be seen, 
          even though you think you can interpolate the whole shape of the target. 
        </li> 
        <li>Avoid shadows, they're not considered as a part of the target.</li> 
        <li>If the target goes off the screen, label up to the edge of the image.</li> 
      </ol> 
    </full-instructions> 

    <short-instructions> 
      Draw boxes around the requested target of interest. 
    </short-instructions> 
  </crowd-bounding-box>
</crowd-form>   

Atributos

Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones 
sencillas para el trabajador.

initial-value

Matriz de objetos JSON, cada uno de los cuales establece un cuadro delimitador cuando se 
carga el componente. Cada objeto JSON de la matriz contiene las propiedades siguientes. Los 
cuadros delimitadores establecidos a través de la propiedad initial-value se pueden ajustar 
y se puede comprobar si la respuesta del trabajo se ajustó o no a través de un valor booleano
initialValueModified en la salida de la respuesta del trabajador.
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• altura: la altura del cuadro en píxeles.

• etiqueta: el texto asignado al cuadro como parte de la tarea de etiquetado. Este texto debe 
coincidir con una de las etiquetas definidas en el atributo labels del elemento <crowd-bounding-
box>.

• izquierda: distancia entre la esquina superior izquierda del cuadro y el lado izquierdo de la imagen, 
medida en píxeles.

• superior: distancia entre la esquina superior izquierda del cuadro y la parte superior de la imagen, 
medida en píxeles.

• ancho: el ancho del cuadro en píxeles.

Puede extraer el valor inicial del cuadro delimitador de un archivo de manifiesto de un trabajo 
anterior en una plantilla personalizada utilizando el lenguaje de plantillas Liquid:

initial-value="[ 
  {% for box in task.input.manifestLine.label-attribute-name-from-prior-
job.annotations %} 
    {% capture class_id %}{{ box.class_id }}{% endcapture %} 
    {% assign label = task.input.manifestLine.label-attribute-name-from-prior-job-
metadata.class-map[class_id] %} 
    { 
      label: {{label | to_json}}, 
      left: {{box.left}}, 
      top: {{box.top}}, 
      width: {{box.width}}, 
      height: {{box.height}}, 
    }, 
  {% endfor %} 
 ]"

labels

Una matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un trabajador 
puede asignar a la parte de la imagen delimitada por un rectángulo. Límite: 10 etiquetas.

nombre

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.
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src

La dirección URL de la imagen en la que se dibujan los cuadros delimitadores.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: full-instructions, short-instructions

Regiones

Este elemento necesita las regiones siguientes.

full-instructions

Instrucciones generales sobre cómo dibujar cuadros delimitadores.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Salida

La siguiente salida es compatible con este elemento.

boundingBoxes

Matriz de objetos JSON, cada una de las cuales especifica un cuadro delimitador que el trabajador 
ha creado. Cada objeto JSON de la matriz contiene las propiedades siguientes.

• altura: la altura del cuadro en píxeles.

• etiqueta: el texto asignado al cuadro como parte de la tarea de etiquetado. Este texto debe 
coincidir con una de las etiquetas definidas en el atributo labels del elemento <crowd-bounding-
box>.

• izquierda: distancia entre la esquina superior izquierda del cuadro y el lado izquierdo de la imagen, 
medida en píxeles.

• superior: distancia entre la esquina superior izquierda del cuadro y la parte superior de la imagen, 
medida en píxeles.
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• ancho: el ancho del cuadro en píxeles.

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el trabajador está comentando. Este 
objeto contiene las siguientes propiedades.

• altura: la altura de la imagen en píxeles.

• ancho: el ancho de la imagen en píxeles.

Example : salidas de ejemplo de los elementos

A continuación, se muestran ejemplos de salidas de escenarios de uso habituales para este 
elemento.

Etiqueta única, cuadro único/Varias etiquetas, cuadro único

[ 
  { 
    "annotatedResult": { 
      "boundingBoxes": [ 
        { 
          "height": 401, 
          "label": "Dog", 
          "left": 243, 
          "top": 117, 
          "width": 187 
        } 
      ], 
      "inputImageProperties": { 
        "height": 533, 
        "width": 800 
      } 
    } 
  }
]

Etiqueta única, varios cuadros

[ 
  { 
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    "annotatedResult": { 
      "boundingBoxes": [ 
        { 
          "height": 401, 
          "label": "Dog", 
          "left": 243, 
          "top": 117, 
          "width": 187 
        }, 
        { 
          "height": 283, 
          "label": "Dog", 
          "left": 684, 
          "top": 120, 
          "width": 116 
        } 
      ], 
      "inputImageProperties": { 
        "height": 533, 
        "width": 800 
      } 
    } 
  }
]

Varias etiquetas, varios cuadros

[ 
  { 
    "annotatedResult": { 
      "boundingBoxes": [ 
        { 
          "height": 395, 
          "label": "Dog", 
          "left": 241, 
          "top": 125, 
          "width": 158 
        }, 
        { 
          "height": 298, 
          "label": "Cat", 
          "left": 699, 
          "top": 116, 
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          "width": 101 
        } 
      ], 
      "inputImageProperties": { 
        "height": 533, 
        "width": 800 
      } 
    } 
  }
]

Puede tener disponibles numerosas etiquetas, pero solo se muestran en la salida las que se usan.

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-card

Cuadro con aspecto elevados para mostrar información.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla diseñada para tareas de análisis de opiniones 
que utiliza el elemento <crowd-card>. Copie el siguiente código y guárdelo en un archivo con la 
extensión .html. Abra el archivo en cualquier navegador para obtener una vista previa e interactuar 
con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<style> 
  h3 { 
    margin-top: 0; 
  } 
   
  crowd-card { 
    width: 100%; 
  } 
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  .card { 
    margin: 10px; 
  } 
   
  .left { 
    width: 70%; 
    margin-right: 10px; 
    display: inline-block; 
    height: 200px; 
  } 
   
  .right { 
    width: 20%; 
    height: 200px; 
    display: inline-block; 
  }
</style>

<crowd-form> 
  <short-instructions> 
    Your short instructions here. 
  </short-instructions> 
   
  <full-instructions> 
    Your full instructions here. 
  </full-instructions> 
   
  <div class="left"> 
    <h3>What sentiment does this text convey?</h3> 
    <crowd-card> 
      <div class="card"> 
        Nothing is great. 
      </div> 
    </crowd-card> 
  </div> 
   
  <div class="right"> 
    <h3>Select an option</h3> 
     
    <select name="sentiment1" style="font-size: large" required> 
      <option value="">(Please select)</option> 
      <option>Negative</option> 
      <option>Neutral</option> 
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      <option>Positive</option> 
      <option>Text is empty</option> 
    </select> 
  </div> 
   
  <div class="left"> 
    <h3>What sentiment does this text convey?</h3> 
    <crowd-card> 
      <div class="card"> 
        Everything is great! 
      </div> 
    </crowd-card> 
  </div> 
   
  <div class="right"> 
    <h3>Select an option</h3> 
     
    <select name="sentiment2" style="font-size: large" required> 
      <option value="">(Please select)</option> 
      <option>Negative</option> 
      <option>Neutral</option> 
      <option>Positive</option> 
      <option>Text is empty</option> 
    </select> 
  </div>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

heading

El texto que se muestra en la parte superior del cuadro.

image

Dirección URL de una imagen que se mostrará en el cuadro.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form
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• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-checkbox

Componente de la interfaz de usuario que puede activarse o no y que permite al usuario seleccionar 
varias opciones de un conjunto.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
checkbox>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el 
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
   
  <p>Find the official website for: <strong>{{ task.input.company }}</strong></p> 
  <p>Do not give Yelp pages, LinkedIn pages, etc.</p> 
  <p>Include the http:// prefix from the website</p> 
  <crowd-input name="website" placeholder="http://example.com"></crowd-input> 

  <crowd-checkbox name="website-found">Website Found</crowd-checkbox>

</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

checked

Conmutador booleano que, si está presente, muestra activada la casilla de verificación.
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A continuación se muestra un ejemplo de la sintaxis utilizada para marcar una casilla de verificación 
de forma predeterminada.

  <crowd-checkbox name="checkedBox" value="checked" checked>This box is checked</crowd-
checkbox>

disabled

Conmutador booleano que, si está presente, muestra deshabilitada la casilla de verificación e impide 
que se active.

A continuación se muestra un ejemplo de la sintaxis utilizada para deshabilitar una casilla de 
verificación.

  <crowd-checkbox name="disabledCheckBox" value="Disabled" disabled>Cannot be 
 selected</crowd-checkbox>

nombre

Cadena que se utiliza para identificar la respuesta enviada por el trabajador. Este valor coincidirá con 
una clave del objeto JSON que especifica la respuesta.

obligatorio

Conmutador booleano que, si está presente, requiere que el trabajador proporcione información.

A continuación se muestra un ejemplo de la sintaxis utilizada para requerir que se seleccione una 
casilla de verificación.

  <crowd-checkbox name="work_verified" required>Instructions were clear</crowd-
checkbox>

value

Cadena que se utiliza como nombre del estado de la casilla de verificación en la salida. Toma "on" 
como valor predeterminado si no se especifica.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.
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• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Salida

Proporciona un objeto JSON. La cadena name es el nombre del objeto y la cadena value es el 
nombre de la propiedad de un valor booleano basado en el estado de la casilla de verificación; true si 
está activado, false en caso contrario.

Example : salidas de ejemplo de los elementos

Uso del mismo valor name para varios cuadros.

<!-- INPUT -->   
<div><crowd-checkbox name="image_attributes" value="blurry"> Blurry </crowd-checkbox></
div>
<div><crowd-checkbox name="image_attributes" value="dim"> Too Dim </crowd-checkbox></
div>
<div><crowd-checkbox name="image_attributes" value="exposed"> Too Bright </crowd-
checkbox></div>

//Output with "blurry" and "dim" checked
[ 
  { 
    "image_attributes": { 
      "blurry": true, 
      "dim": true, 
      "exposed": false 
    } 
  }
]

Tenga en cuenta que los valores de los tres colores son propiedades de un único objeto.

Uso de diferentes valores de name para cada caja.

<!-- INPUT -->
<div><crowd-checkbox name="Stop" value="Red"> Red </crowd-checkbox></div>
<div><crowd-checkbox name="Slow" value="Yellow"> Yellow </crowd-checkbox></div>
<div><crowd-checkbox name="Go" value="Green"> Green </crowd-checkbox></div>
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//Output with "Red" checked
[ 
  { 
    "Go": { 
      "Green": false 
    }, 
    "Slow": { 
      "Yellow": false 
    }, 
    "Stop": { 
      "Red": true 
    } 
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-classifier

Widget que se utiliza para clasificar contenido sin imagen, como, por ejemplo, audio, vídeo o texto.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla de tarea de trabajador HTML creada mediante
crowd-classifier. En este ejemplo se utiliza el lenguaje de plantilla Liquid para automatizar:

• Categorías de etiquetas en el parámetro categories

• Los objetos que se están clasificando en el parámetro classification-target.

Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo en 
cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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<crowd-form> 
    <crowd-classifier 
      name="category" 
      categories="{{ task.input.labels | to_json | escape }}" 
      header="What type of a document is this?" 
    > 
      <classification-target> 
        <iframe style="width: 100%; height: 600px;" src="{{ task.input.taskObject  | 
 grant_read_access }}" type="application/pdf"></iframe> 
      </classification-target> 
       
      <full-instructions header="Document Classification Instructions"> 
        <p>Read the task carefully and inspect the document.</p> 
        <p>Choose the appropriate label that best suits the document.</p> 
      </full-instructions> 

      <short-instructions> 
        Please choose the correct category for the document 
      </short-instructions> 
    </crowd-classifier>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

categories

Matriz de cadenas con formato JSON, cada una de las cuales es una categoría que un trabajador 
puede asignar al texto. Debe incluir "otros" como categoría, si no es así, es posible que el trabajador 
puede dar una respuesta.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones 
sencillas para el trabajador.

nombre

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.
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• Elementos principales: crowd-form

• Elementos secundarios: classification-target, full-instructions y short-instructions

Regiones

Las regiones siguientes son compatibles con este elemento.

classification-target

El contenido que el trabajador debe clasificar. Puede tratarse de texto sin formato o HTML. Por 
ejemplo, el HTML se puede utilizar, sin limitarse a ello, para integrar un vídeo o un reproductor de 
audio, un PDF o realizar una comparación de dos o más imágenes.

full-instructions

Instrucciones generales sobre cómo clasificar texto.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Salida

El resultado de este elemento es un objeto que usa el valor name especificado como nombre de 
propiedad y una cadena de categories como valor de la propiedad.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[ 
  { 
    "<name>": { 
      "label": "<value>" 
    } 
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos
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• Referencia de Crowd HTML Elements

crowd-classifier-multi-select

Un widget para clasificar varios tipos de contenido, como audio, vídeo o texto, en una o más 
categorías. El contenido que se va a clasificar se conoce como un objeto.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación, se muestra un ejemplo de una plantilla de tarea de trabajador HTML construida 
mediante este elemento. Copie el siguiente código y guárdelo en un archivo con la extensión .html. 
Abra el archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
    <crowd-classifier-multi-select 
      name="category" 
      categories="['Positive', 'Negative', 'Neutral']" 
      header="Select the relevant categories" 
      exclusion-category="{ text: 'None of the above' }" 
    > 
      <classification-target> 
        {{ task.input.taskObject }} 
      </classification-target> 
       
      <full-instructions header="Text Categorization Instructions"> 
        <p><strong>Positive</strong> sentiment include: joy, excitement, delight</p> 
        <p><strong>Negative</strong> sentiment include: anger, sarcasm, anxiety</p> 
        <p><strong>Neutral</strong>: neither positive or negative, such as stating a 
 fact</p> 
        <p><strong>N/A</strong>: when the text cannot be understood</p> 
        <p>When the sentiment is mixed, such as both joy and sadness, choose both 
 labels.</p> 
      </full-instructions> 

      <short-instructions> 
       Choose all categories that are expressed by the text.  
      </short-instructions> 
    </crowd-classifier-multi-select>
</crowd-form>
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Atributos

Los siguientes atributos son compatibles con el elemento crowd-classifier-multi-select. 
Cada atributo acepta uno o varios valores de cadena.

categories

Obligatorio. Matriz de cadenas con formato JSON, cada una de las cuales es una categoría que un 
trabajador puede asignar al objeto.

header

Obligatorio. El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o 
instrucciones sencillas para trabajadores.

nombre

Obligatorio. El nombre del widget. En la salida del formulario, se usa el nombre como clave para la 
entrada del widget.

exclusion-category

Opcional. Una cadena con formato JSON con el siguiente formato: "{ text: 'default-
value' }". Este atributo establece un valor predeterminado que los trabajadores pueden 
seleccionar si no hay ninguna de las etiquetas que se pueda aplicar al objeto mostrado en la interfaz 
de usuario del trabajador.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios:

• Elementos principales: crowd-form

• Elementos secundarios: classification-target, full-instructions y short-instructions

Regiones

Este elemento utiliza las siguientes regiones.

classification-target

El contenido que el trabajador debe clasificar. El contenido puede ser texto sin formato o un objeto 
que especifique en la plantilla mediante HTML. Por ejemplo, puede utilizar elementos HTML para 
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incluir un reproductor de vídeo o audio, incrustar un archivo PDF o incluir una comparación de dos o 
más imágenes.

full-instructions

Instrucciones generales sobre cómo clasificar el texto.

short-instructions

Instrucciones importantes específicas para tareas. Estas instrucciones se muestran de forma 
destacada.

Salida

El resultado de este elemento es un objeto que usa el valor name especificado como nombre de 
propiedad y una cadena de categories como valor de la propiedad.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[ 
  { 
    "<name>": { 
        labels: ["label_a", "label_b"] 
    } 
  }
]

Véase también

Para obtener más información, consulte lo siguiente:

• Clasificación de texto (etiquetas múltiples)

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-entity-annotation

Un widget para etiquetar palabras, frases y cadenas de caracteres dentro de un texto más grande. 
Los trabajadores seleccionan una etiqueta y resaltan el texto al que se aplica la etiqueta.
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Importante: widget autónomo

No utilice el elemento <crowd-entity-annotation> con el elemento <crowd-form>. 
Contiene su propia lógica para enviar formularios y un botón Submit (Enviar).

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-entity-
annotation>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el 
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-entity-annotation 
  name="crowd-entity-annotation" 
  header="Highlight parts of the text below" 
  labels="[{'label': 'person', 'shortDisplayName': 'per', 'fullDisplayName': 'Person'}, 
 {'label': 'date', 'shortDisplayName': 'dat', 'fullDisplayName': 'Date'}, {'label': 
 'company', 'shortDisplayName': 'com', 'fullDisplayName': 'Company'}]" 
  text="Amazon SageMaker Ground Truth helps you build highly accurate training datasets 
 for machine learning quickly."
> 
  <full-instructions header="Named entity recognition instructions"> 
    <ol> 
      <li><strong>Read</strong> the text carefully.</li> 
      <li><strong>Highlight</strong> words, phrases, or sections of the text.</li> 
      <li><strong>Choose</strong> the label that best matches what you have 
 highlighted.</li> 
      <li>To <strong>change</strong> a label, choose highlighted text and select a new 
 label.</li> 
      <li>To <strong>remove</strong> a label from highlighted text, choose the X next 
 to the abbreviated label name on the highlighted text.</li> 
      <li>You can select all of a previously highlighted text, but not a portion of 
 it.</li> 
    </ol> 
  </full-instructions> 

  <short-instructions> 
    Apply labels to words or phrases. 
  </short-instructions> 
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    <div id="additionalQuestions" style="margin-top: 20px"> 
      <h3> 
        What is the overall subject of this text? 
      </h3> 
      <crowd-radio-group> 
        <crowd-radio-button name="tech" value="tech">Technology</crowd-radio-button> 
        <crowd-radio-button name="politics" value="politics">Politics</crowd-radio-
button> 
      </crowd-radio-group> 
    </div>
</crowd-entity-annotation>

<script> 
  document.addEventListener('all-crowd-elements-ready', () => { 
    document 
      .querySelector('crowd-entity-annotation') 
      .shadowRoot 
      .querySelector('crowd-form') 
      .form 
      .appendChild(additionalQuestions); 
  });
</script>

Atributos

Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones 
sencillas para el trabajador.

initial-value

Una matriz de objetos con formato JSON; cada objeto define una anotación para aplicarla al texto en 
la inicialización. Los objetos contienen un valor label que coincide con uno del atributo labels, un 
valor entero startOffset para el desplazamiento Unicode inicial de la extensión etiquetada y un 
valor entero endOffset para el desplazamiento Unicode final.

Example

[ 
  { 
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    label: 'person', 
    startOffset: 0, 
    endOffset: 16 
  }, 
  ...
]

labels

Una matriz de objetos con formato JSON; cada objeto contiene:

• label (obligatorio): el nombre que se utiliza para identificar las identidades.

• fullDisplayName (opcional): elemento que se utiliza en la lista de etiquetas del widget de la 
tarea. Si no se especifica, el valor predeterminado es el valor de la etiqueta.

• shortDisplayName (opcional): una abreviatura de 3-4 letras para mostrarla sobre las entidades 
seleccionadas. Si no se especifica, el valor predeterminado es el valor de la etiqueta.

Le recomendamos shortDisplayName

Los valores que aparecen sobre las selecciones se pueden solapar y generar dificultades a 
la hora de administrar las entidades etiquetadas del espacio de trabajo. Le recomendamos 
proporcionar un shortDisplayName de 3-4 caracteres para cada etiqueta con el fin de 
evitar los solapamientos y hacer que los trabajadores puedan gestionar el espacio de 
trabajo con facilidad.

Example

[ 
  { 
    label: 'person', 
    shortDisplayName: 'per',  
    fullDisplayName: 'person' 
  }
]

nombre

Sirve como el nombre del widget en el DOM. También se utiliza como el nombre de atributo de 
etiqueta en la salida del formulario y el manifiesto de salida.
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texto

El texto que se va a anotar. El sistema de plantillas aplica caracteres de escape a las cadenas HTML 
y los presupuestos de forma predeterminada. Si el código es totalmente o parcialmente de escape, 
consulte Filtros de variables y conozca más métodos para controlar el escape.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos secundarios: full-instructions, short-instructions

Regiones

Las regiones siguientes son compatibles con este elemento.

full-instructions

Instrucciones generales acerca de cómo utilizar el widget.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Salida

La siguiente salida es compatible con este elemento.

entities

Un objeto JSON que especifica el inicio, el final y la etiqueta de una anotación. Este objeto contiene 
las siguientes propiedades.

• etiqueta: la etiqueta asignada.

• startOffset: el desplazamiento Unicode del principio del texto seleccionado.

• endOffset: el desplazamiento Unicode del primer carácter después de la selección.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

{ 
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  "myAnnotatedResult": { 
    "entities": [ 
      { 
        "endOffset": 54, 
        "label": "person", 
        "startOffset": 47 
      }, 
      { 
        "endOffset": 97, 
        "label": "event", 
        "startOffset": 93 
      }, 
      { 
        "endOffset": 219, 
        "label": "date", 
        "startOffset": 212 
      }, 
      { 
        "endOffset": 271, 
        "label": "location", 
        "startOffset": 260 
      } 
    ] 
  }
}

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-fab

Botón flotante con una imagen en el centro.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid diseñada para la clasificación de 
imágenes que utiliza el elemento <crowd-fab>. Esta plantilla utiliza JavaScript para permitir que 
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los trabajadores informen de problemas con la interfaz de usuario del trabajador. Copie el siguiente 
código y guárdelo en un archivo con la extensión .html. Abra el archivo en cualquier navegador 
para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
    <crowd-image-classifier  
        src="${image_url}" 
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']" 
        header="Choose the correct category for the image" 
        name="category"> 

        <short-instructions> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.</p> 
            <p>If there is an issue with the image or tools, please select 
              <b>None of the Above</b>, describe the issue in the text box and click 
 the  
              button below.</p> 
            <crowd-input label="Report an Issue" name="template-issues"></crowd-input> 
            <crowd-fab id="button1" icon="report-problem" title="Issue"/> 
        </short-instructions> 
         
        <full-instructions header="Classification Instructions"> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.  
            Use the <b>None of the Above</b> option if none of the other labels suit 
 the image.</p> 
        </full-instructions> 

    </crowd-image-classifier>
</crowd-form>

<script> 
  [ 
    button1, 
  ].forEach(function(button) { 
    button.addEventListener('click', function() { 
      document.querySelector('crowd-form').submit(); 
    }); 
  });
</script>
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Atributos

Los siguientes atributos son compatibles con este elemento.

disabled

Conmutador booleano que, si está presente, muestra el botón flotante como deshabilitado y evita que 
se hagan clics.

icon

Cadena que especifica el icono que se va a mostrar en el centro del botón. La cadena tiene que ser 
el nombre de un icono del conjunto de iron-icons de código abierto que está cargado previamente o 
la dirección URL de un icono personalizado.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar para agregar un iron-icon a 
un elemento HTML <crowd-fab>. Reemplace icon-name con el nombre del icono que le gustaría 
utilizar de este conjunto de iconos.

<crowd-fab "id="button1" icon="icon-name" title="Issue"/>

label

Cadena consistente en un único carácter que se pueden utilizar en lugar de un icono. Si se usan 
emojis o varios caracteres podría pasar que el botón mostrase puntos suspensivos en su lugar.

title

Cadena que se mostrará como ayuda sobre herramientas cuando el ratón pase por encima del 
botón.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.
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• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-form

El contenedor de formularios de todas las tareas personalizadas. Establece e implementa acciones 
importante para el envío adecuado de los datos del formulario.

Si no se incluye un crowd-button del tipo "submit" dentro del elemento <crowd-form>, se asociará 
automáticamente dentro del elemento <crowd-form>.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla de clasificación de imágenes que utiliza el 
elemento <crowd-form>. Copie el siguiente código y guárdelo en un archivo con la extensión
.html. Abra el archivo en cualquier navegador para obtener una vista previa e interactuar con esta 
plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
    <crowd-image-classifier  
        src="${image_url}" 
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']" 
        header="Choose the correct category for the image" 
        name="category"> 

        <short-instructions> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.</p> 
        </short-instructions> 

  
        <full-instructions header="Classification Instructions"> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.  
            Use the <b>None of the Above</b> option if none of the other labels suit 
 the image.</p> 
        </full-instructions> 
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    </crowd-image-classifier>
</crowd-form>

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: ninguno

• Elementos secundarios: cualquiera de los elementos de plantilla de interfaz de usuario

Eventos de elemento

El elemento crowd-form extiende el elemento form HTML estándar y hereda sus eventos, como
onclick y onsubmit.

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-icon-button

Botón con una imagen ubicada en el centro. Cuando el usuario toca el botón, emana un efecto onda 
del centro del botón.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid diseñada para la clasificación de 
imágenes que utiliza el elemento <crowd-icon-button>. Esta plantilla utiliza JavaScript para 
permitir que los trabajadores informen de problemas con la interfaz de usuario del trabajador. Copie 
el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo en cualquier 
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
    <crowd-image-classifier  
        src="${image_url}" 
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        categories="['Cat', 'Dog', 'Bird', 'None of the Above']" 
        header="Choose the correct category for the image" 
        name="category"> 

        <short-instructions> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.</p> 
            <p>If there is an issue with the image or tools, please select 
              <b>None of the Above</b>, describe the issue in the text box and click 
 the  
              button below.</p> 
            <crowd-input label="Report an Issue" name="template-issues"/></crowd-input> 
            <crowd-icon-button id="button1" icon="report-problem" title="Issue"/> 
        </short-instructions> 
         
        <full-instructions header="Classification Instructions"> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.  
            Use the <b>None of the Above</b> option if none of the other labels suit 
 the image.</p> 
        </full-instructions> 

    </crowd-image-classifier>
</crowd-form>

<script> 
  [ 
    button1, 
  ].forEach(function(button) { 
    button.addEventListener('click', function() { 
      document.querySelector('crowd-form').submit(); 
    }); 
  });
</script>

Atributos

Los siguientes atributos son compatibles con este elemento.

disabled

Conmutador booleano que, si está presente, muestra el botón como deshabilitado y evita que se 
hagan clics.
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icon

Cadena que especifica el icono que se va a mostrar en el centro del botón. La cadena tiene que ser 
el nombre de un icono del conjunto de iron-icons de código abierto que está cargado previamente o 
la dirección URL de un icono personalizado.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar para agregar un iron-icon a un 
elemento HTML <crowd-icon-button>. Reemplace icon-name con el nombre del icono que le 
gustaría utilizar de este conjunto de iconos.

<crowd-icon-button id="button1" icon="icon-name" title="Issue"/>

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-image-classifier

Un widget para clasificar una imagen. Utilice uno de los siguientes formatos de imagen compatibles: 
APNG, BMP, GIF, ICO, JPEG, PNG, SVG. Las imágenes no tienen un límite de tamaño.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla de clasificación de imágenes que utiliza el 
elemento <crowd-image-classifier>. Copie el siguiente código y guárdelo en un archivo con la 
extensión .html. Abra el archivo en cualquier navegador para obtener una vista previa e interactuar 
con esta plantilla.
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<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
    <crowd-image-classifier  
        src="${image_url}" 
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']" 
        header="Choose the correct category for the image" 
        name="category"> 

        <short-instructions> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.</p> 
        </short-instructions> 

  
        <full-instructions header="Classification Instructions"> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.  
            Use the <b>None of the Above</b> option if none of the other labels suit 
 the image.</p> 
        </full-instructions> 

    </crowd-image-classifier>
</crowd-form>

Atributos

Este elemento requiere el uso de los siguientes atributos.

categories

Matriz de cadenas con formato JSON, cada una de las cuales es una categoría que un trabajador 
puede asignar a la imagen. Debe incluir "otros" como categoría, de forma que el trabajador puede 
dar una respuesta. Puede especificar hasta 10 categorías.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones 
sencillas para el trabajador.

nombre

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.
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overlay

Información que se superpone en la imagen de origen. Se utiliza en flujos de trabajo de verificación 
de tareas de segmentación semántica, segmentación de instancias y cuadros delimitadores.

Es un objeto JSON que contiene un objeto con el nombre del tipo de tarea como clave en formato 
camelCase. El valor de esa clave es un objeto que contiene las etiquetas y otra información 
necesaria de la tarea anterior.

A continuación, se muestra un ejemplo de un elemento crowd-image-classifier con atributos 
para verificar una tarea de cuadro delimitador:

<crowd-image-classifier 
    name="boundingBoxClassification" 
    header="Rate the quality of the annotations based on the background section  
       in the instructions on the left hand side." 
    src="https://i.imgur.com/CIPKVJo.jpg" 
    categories="['good', 'bad', 'okay']" 
    overlay='{ 
        "boundingBox": { 
            labels: ["bird", "cat"],  
            value: [ 
                { 
                  height: 284, 
                  label: "bird", 
                  left: 230, 
                  top: 974, 
                  width: 223 
                }, 
                { 
                  height: 69, 
                  label: "bird", 
                  left: 79, 
                  top: 889, 
                  width: 247 
                } 
            ] 
        }, 
    }'
> ... </crowd-image-classifier>

Una tarea de verificación de segmentación semántica utilizaría el valor overlay como sigue:
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<crowd-image-classifier 
  name='crowd-image-classifier' 
  categories='["good", "bad"]' 
  src='URL of image to be classified' 
  header='Please classify' 
  overlay='{ 
    "semanticSegmentation": { 
      "labels": ["Cat", "Dog", "Bird", "Cow"], 
      "labelMappings": { 
        "Bird": { 
          "color": "#ff7f0e" 
        }, 
        "Cat": { 
          "color": "#2ca02c" 
        }, 
        "Cow": { 
          "color": "#d62728" 
        }, 
        "Dog": { 
          "color": "#2acf59" 
        } 
      }, 
      "src": "URL of overlay image", 
    } 
  }'
> ... </crowd-image-classifier>

Una tarea de segmentación de instancias utilizaría el valor overlay como sigue:

<crowd-image-classifier 
  name='crowd-image-classifier' 
  categories='["good", "bad"]' 
  src='URL of image to be classified' 
  header='Please classify instances of each category' 
  overlay='{ 
    "instanceSegmentation": { 
       "labels": ["Cat", "Dog", "Bird", "Cow"], 
       "instances": [ 
        { 
         "color": "#2ca02c", 
         "label": "Cat" 
        }, 
        { 
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         "color": "#1f77b4", 
         "label": "Cat" 
        }, 
        { 
         "color": "#d62728", 
         "label": "Dog" 
        } 
       ], 
       "src": "URL of overlay image", 
    } 
  }'
> ... </crowd-image-classifier>

src

Dirección URL de la imagen que se va a clasificar.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: full-instructions, short-instructions y worker-comment

Regiones

Este elemento utiliza las regiones siguientes.

full-instructions

Instrucciones generales para el trabajador acerca de cómo clasificar una imagen.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

worker-comment

Utilice esta región en los flujos de trabajo de verificación cuando necesite trabajadores para explicar 
por qué hicieron la elección que hicieron. Utilice el texto incluido entre las etiquetas de apertura y 
cierre para proporcionar instrucciones a los trabajadores sobre qué información debe incluirse en el 
comentario.

Crowd HTML Elements de SageMaker 1960



Amazon SageMaker Guía para desarrolladores

Utiliza los siguientes atributos:

header

Frase con un llamada a la acción para dejar un comentario. Se utiliza como texto del título de una 
ventana modal en la que se agrega el comentario.

Opcional. El valor predeterminado es "Add a comment (Añada un comentario".

link-text

Este texto aparece debajo de las categorías del widget. Cuando se hace clic en él, se abre una 
ventana modal en la que el trabajador puede añadir un comentario.

Opcional. El valor predeterminado es "Add a comment (Añada un comentario".

marcador de posición

Texto de ejemplo del área de texto del comentario que se sobrescribe cuando el trabajador comienza 
a escribir. Este texto no aparece en la salida si el trabajador deja el campo en blanco.

Opcional. Cambia por defecto a en blanco.

Salida

El resultado de este elemento es una cadena que especifica uno de los valores definidos en el 
atributo categories del elemento <crowd-image-classifier>.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[ 
  { 
    "<name>": { 
      "label": "<value>" 
      "workerComment": "Comment - if no comment is provided, this field will not be 
 present"
    } 
  }
]
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Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-image-classifier-multi-select

Un widget para clasificar una imagen en una o más categorías. Utilice uno de los siguientes formatos 
de imagen compatibles: APNG, BMP, GIF, ICO, JPEG, PNG, SVG. Las imágenes no tienen un límite 
de tamaño.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla de tarea de trabajador HTML creada con este 
elemento crowd. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el 
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-image-classifier-multi-select 
    name="animals" 
    categories="['Cat', 'Dog', 'Horse', 'Pig', 'Bird']" 
    src="https://images.unsplash.com/photo-1509205477838-a534e43a849f?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1998&q=80" 
    header="Please identify the animals in this image" 
    exclusion-category="{ text: 'None of the above' }" 
  > 
    <full-instructions header="Classification Instructions"> 
      <p>If more than one label applies to the image, select multiple labels.</p> 
      <p>If no labels apply, select <b>None of the above</b></p> 
    </full-instructions> 

    <short-instructions> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label(s) that best suit the image.</p> 
    </short-instructions> 
  </crowd-image-classifier-multi-select>
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</crowd-form>

Atributos

Los siguientes atributos son compatibles con el elemento crowd-image-classifier-multi-
select. Cada atributo acepta uno o varios valores de cadena.

categories

Obligatorio. Matriz de cadenas con formato JSON, cada una de las cuales es una categoría que un 
trabajador puede asignar a la imagen. Un trabajador debe elegir al menos una categoría y puede 
elegir todas las categorías.

header

Obligatorio. El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o 
instrucciones sencillas para trabajadores.

nombre

Obligatorio. El nombre del widget. En la salida del formulario, se usa el nombre como clave para la 
entrada del widget.

src

Obligatorio. Dirección URL de la imagen que se va a clasificar.

exclusion-category

Opcional. Una cadena con formato JSON con el siguiente formato: "{ text: 'default-
value' }". Este atributo establece un valor predeterminado que los trabajadores pueden elegir si 
ninguna de las etiquetas se aplica a la imagen mostrada en la interfaz de usuario de trabajador.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios:

• Elementos principales: crowd-form

• Elementos secundarios: full-instructions, short-instructions y worker-comment

Regiones

Este elemento utiliza las siguientes regiones
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full-instructions

Instrucciones generales para el trabajador acerca de cómo clasificar una imagen.

short-instructions

Instrucciones importantes específicas para tareas. Estas instrucciones se muestran de forma 
destacada.

Salida

La salida de este elemento es una cadena que especifica uno o más de los valores definidos en el 
atributo categories del elemento <crowd-image-classifier-multi-select>.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[ 
  { 
    "<name>": { 
        labels: ["label_a", "label_b"] 
    } 
  }
]

Véase también

Para obtener más información, consulte lo siguiente:

• Clasificación de imágenes (etiquetas múltiples)

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-input

Cuadro que acepta datos de entrada.
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No puede autocerrarse.

A diferencia del elemento input en el estándar HTML, este elemento no puede autocerrarse 
poniendo una barra inclinada antes del corchete de cierre, por ejemplo <crowd-
input ... />. Tiene que ir seguido de un </crowd-input> para cerrar el elemento.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
input>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo 
en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <img style="max-width: 35vw; max-height: 50vh" src="{{ task.input.taskObject | 
 grant_read_access }}"> 
  <crowd-input name="tag1" label="Word/phrase 1" required></crowd-input> 
  <crowd-input name="tag2" label="Word/phrase 2" required></crowd-input> 
  <crowd-input name="tag3" label="Word/phrase 3" required></crowd-input> 

  <short-instructions> 
    Your custom quick instructions and examples 
  </short-instructions> 

  <full-instructions> 
    Your custom detailed instracutions and more examples 
  </full-instructions>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

allowed-pattern

Expresión regular que se utiliza con el atributo auto-validate para pasar por alto los tipos de 
caracteres no coincidentes como tipos de trabajadores.
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auto-focus

Cuando el valor se establece en true, el explorador se centra en el área de entrada después de 
realizar la carga. De esta forma, el trabajador puede comenzar a escribir sin tener que seleccionarla 
antes.

auto-validate

Conmutador booleano que, si está presente, activa la validación de entrada. El comportamiento del 
validador se puede modificar mediante los atributos error-message y allowed-pattern.

disabled

Conmutador booleano que, si está presente, muestra deshabilitada el área de entrada.

error-message

Texto que se va a mostrar debajo del campo de entrada, en el lado izquierdo, si se produce un error 
de validación.

label

Cadena que se muestra dentro de un campo de texto.

Este texto se reduce y se eleva por encima de un campo de texto cuando el trabajador comienza a 
escribir en el campo o cuando el atributo value está establecido.

max-length

Número máximo de caracteres que la entrada aceptará. La introducción de caracteres por encima de 
este límite no se tendrá en cuenta.

min-length

Longitud mínima de la entrada del campo.

nombre

Establece el nombre de la entrada que se va a utilizar en el DOM y la salida del formulario.

marcador de posición

Valor de cadena que se utiliza como texto marcador de posición, que se muestra hasta que el 
trabajador comienza a introducir datos en la entrada. No se utiliza como valor predeterminado.
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obligatorio

Conmutador booleano que, si está presente, requiere que el trabajador proporcione información.

type

Toma una cadena para establecer el comportamiento input-type de HTML5 para la entrada. Entre 
los ejemplos se incluyen file y date.

value

Un elemento preestablecido que se convierte en valor predeterminado si el trabajador no proporciona 
entrada. El elemento preestablecido aparece en un cuadro de texto.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Salida

Proporciona una cadena name como nombre de la propiedad y el texto que se ha especificado en el 
campo como su valor.

Example : resultado de JSON de ejemplo

Los valores de varios elementos salen en el mismo objeto, con su valor de atributo name como 
su nombre de propiedad. Los elementos que no tengan información de entrada no aparecen en el 
resultado. Por ejemplo, usemos tres entradas:

<crowd-input name="tag1" label="Word/phrase 1"></crowd-input>
<crowd-input name="tag2" label="Word/phrase 2"></crowd-input>
<crowd-input name="tag3" label="Word/phrase 3"></crowd-input>

Este es el resultado si solo se han introducido dos:

[ 
  { 
    "tag1": "blue", 

Crowd HTML Elements de SageMaker 1967



Amazon SageMaker Guía para desarrolladores

    "tag2": "red" 
  }
]

Esto significa que cualquier código creado para analizar estos resultados debe poder manejar la 
presencia o ausencia de cada entrada en las respuestas.

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-instance-segmentation

Un widget para identificar instancias individuales de objetos específicos dentro de una imagen y crear 
una superposición de color para cada instancia etiquetada.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
instance-segmentation>. Copie el siguiente código y guárdelo en un archivo con la extensión
.html. Abra el archivo en cualquier navegador para obtener una vista previa e interactuar con esta 
plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-instance-segmentation 
    name="annotatedResult" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Please label each of the requested objects in this image" 
    labels="['Cat', 'Dog', 'Bird']" 
  > 
    <full-instructions header="Segmentation Instructions"> 
      <ol> 
          <li><strong>Read</strong> the task carefully and inspect the image.</li> 
          <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
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          <li><strong>Choose</strong> the appropriate label that best suits the 
 image.</li> 
      </ol> 
    </full-instructions> 

    <short-instructions> 
      <p>Use the tools to label all instances of the requested items in the image</p> 
    </short-instructions> 
  </crowd-instance-segmentation>
</crowd-form>

Utilice una plantilla similar a la siguiente para permitir a los trabajadores añadir sus propias 
categorías (etiquetas).

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-instance-segmentation 
    id="annotator" 
    name="myTexts" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Click Instructions to add new labels." 
    labels="['placeholder']" 
  > 
    <short-instructions> 
      <h3>Add a label to describe each type of object in this image.</h3> 
      <h3>Cover each instance of each object with a segmentation mask.</h3> 
      <br> 
      <h3> 
        Add new label 
      </h3> 
      <crowd-input name="_customLabel" id="customLabel"></crowd-input> 
      <crowd-button id="addLabel">Add</crowd-button> 
       
      <br><br><br> 
      <h3> 
      Manage labels 
      </h3> 
      <div id="labelsSection"></div> 
    </short-instructions> 
     
    <full-instructions> 
      Describe your task in more detail here. 
    </full-instructions> 
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  </crowd-instance-segmentation>
</crowd-form>

<script> 
  document.addEventListener('all-crowd-elements-ready', function(event) { 
    document.querySelector('crowd-instance-segmentation').labels = [];   
  }); 
   
  function populateLabelsSection() { 
    labelsSection.innerHTML = ''; 
    annotator.labels.forEach(function(label) { 
      const labelContainer = document.createElement('div'); 
      labelContainer.innerHTML = label + ' <a href="javascript:void(0)">(Delete)</a>'; 
      labelContainer.querySelector('a').onclick = function() { 
        annotator.labels = annotator.labels.filter(function(l) { 
          return l !== label; 
        }); 
        populateLabelsSection(); 
      }; 
      labelsSection.appendChild(labelContainer); 
    }); 
  } 

  addLabel.onclick = function() { 
    annotator.labels = annotator.labels.concat([customLabel.value]); 
    customLabel.value = null; 
     
    populateLabelsSection(); 
  };
</script>

Atributos

Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones 
sencillas para el trabajador.

labels

Matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un trabajador 
puede asignar a una instancia de un objeto de la imagen. Los trabajadores pueden generar 
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distintos colores para las superposiciones para cada instancia pertinente seleccionando "add 
instance" (agregar instancia) debajo de la etiqueta en la herramienta.

nombre

El nombre del widget. Se utiliza como clave para los datos de etiquetado en la salida del formulario.

src

La dirección URL de la imagen que se va a etiquetar.

initial-value

Un objeto JSON que contiene las asignaciones de color de un trabajo anterior de segmentación de 
instancia y un vínculo a la salida de imagen superpuesta por el trabajo anterior. Incluya esto cuando 
desee que un trabajador humano verifique los resultados de un trabajo de etiquetado anterior y, si es 
necesario, lo ajuste.

El atributo aparecerá como sigue:

  initial-value="{ 
    "instances": [ 
      { 
        "color": "#2ca02c", 
        "label": "Cat" 
      }, 
      { 
        "color": "#1f77b4", 
        "label": "Cat" 
      }, 
      { 
        "color": "#d62728", 
        "label": "Dog" 
      } 
    ], 
    "src": {{ "S3 file URL for image" | grant_read_access }} 
  }"

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form
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• Elementos secundarios: full-instructions, short-instructions

Regiones

Las regiones siguientes son compatibles con este elemento.

full-instructions

Instrucciones generales sobre cómo segmentar imágenes.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Salida

La siguiente salida es compatible con este elemento.

labeledImage

Objeto JSON que contiene un PNG con codificación Base64 de las etiquetas.

instances

Una matriz JSON que contiene objetos con las etiquetas y los colores de las instancias.

• color: el valor hexadecimal del color RGB de la etiqueta en el PNG labeledImage.

• etiqueta: la etiqueta que se asigna a las superposiciones que utilizan ese color. Este valor se 
puede repetir, ya que las distintas instancias de la etiqueta se identifican mediante su color 
exclusivo.

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el trabajador está comentando. Este 
objeto contiene las siguientes propiedades.

• altura: la altura de la imagen en píxeles.

• ancho: el ancho de la imagen en píxeles.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado de este elemento.
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[ 
  { 
    "annotatedResult": { 
      "inputImageProperties": { 
        "height": 533, 
        "width": 800 
      }, 
      "instances": [ 
        { 
          "color": "#1f77b4", 
          "label": "<Label 1>":  
        }, 
        { 
          "color": "#2ca02c", 
          "label": "<Label 1>":  
        }, 
        { 
          "color": "#ff7f0e", 
          "label": "<Label 3>":  
        }, 
      ], 
      "labeledImage": { 
        "pngImageData": "<Base-64 Encoded Data>" 
      } 
    } 
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-instructions

Elemento que muestra instrucciones en tres páginas de pestañas, Summary (Resumen), Detailed 
Instructions (Instrucciones detalladas) y Examples (Ejemplos), cuando el trabajador hace clic en un 
enlace o botón.
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Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utilizó el elemento <crowd-
instructions>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra 
el archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
   <crowd-instructions link-text="View instructions" link-type="button"> 
    <short-summary> 
      <p>Given an image, write three words or short phrases that summarize its 
 contents.</p> 
    </short-summary> 
    <detailed-instructions> 
      <p>Imagine that you are describing an image to a friend or tagging it for a news 
 website. Provide three specific words or short phrases that describe it.</p> 
    </detailed-instructions> 
    <positive-example> 
      <p><img src="https://s3.amazonaws.com/cv-demo-images/highway.jpg"/></p> 
      <p> 
       <ul> 
        <li>Highway</li> 
        <li>Cars</li> 
        <li>Gas station</li> 
       </ul> 
      </p> 
    </positive-example> 
    <negative-example> 
      <p><img src="https://s3.amazonaws.com/cv-demo-images/highway.jpg"/></p> 
      <p> 
       These are not specific enough: 
       <ol> 
        <li>Trees</li> 
        <li>Outside</li> 
        <li>Daytime</li> 
       </ol> 
      </p> 
    </negative-example> 
 </crowd-instructions> 
    <p><strong>Instructions: </strong>Given an image, write three words or short 
 phrases that summarize its contents.</p> 

Crowd HTML Elements de SageMaker 1974

https://codepen.io/sagemaker_crowd_html_elements/pen/XWpJwbx


Amazon SageMaker Guía para desarrolladores

    <p>If someone were to see these three words or phrases, they should understand the 
 subject and context of the image, as well as any important actions.</p> 
 <p>View the instructions for detailed instructions and examples.</p> 
 <p><img style="max-width: 100%; max-height: 100%" src="{{ task.input.taskObject | 
 grant_read_access }}"></p> 
  <crowd-input name="tag1" label="Word/phrase 1" required></crowd-input> 
  <crowd-input name="tag2" label="Word/phrase 2" required></crowd-input> 
  <crowd-input name="tag3" label="Word/phrase 3" required></crowd-input>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

link-text

Texto que se mostrará para abrir las instrucciones. El valor predeterminado es Click for instructions 
(Haga clic para obtener instrucciones).

link-type

Cadena que especifica el tipo de desencadenador para las instrucciones. Los valores posibles son 
"link" (valor predeterminado) y "button".

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Regiones

Las regiones siguientes son compatibles con este elemento.

detailed-instructions

Contenido que proporciona instrucciones específicas para una tarea. Aparece en la página de la 
pestaña "Detailed Instructions (Instrucciones detalladas)".
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negative-example

Contenido que proporciona ejemplos de tareas finalizadas inadecuadamente. Aparece en la página 
de la pestaña "Examples (Ejemplos)". Se puede proporcionar más de un ejemplo para este elemento.

positive-example

Contenido que proporciona ejemplos de tareas finalizadas correctamente. Aparece en la página de la 
pestaña "Examples (Ejemplos)".

short-summary

Breve instrucción que resume la tarea que se va a llevar a cabo. Aparece en la página de la pestaña 
"Summary (Resumen)". Se puede proporcionar más de un ejemplo para este elemento.

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-keypoint

Genera una herramienta para seleccionar y anotar puntos clave en una imagen.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
keypoint>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el 
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <div id="errorBox"></div> 
    
  <crowd-keypoint 
    src="{{ task.input.taskObject | grant_read_access }}" 
    labels="['Item A', 'Item B', 'Item C']"         
    header="Please locate the centers of each item." 
    name="annotatedResult"> 
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    <short-instructions> 
      Describe your task briefly here and give examples 
    </short-instructions> 
    <full-instructions> 
      Give additional instructions and good/bad examples here 
    </full-instructions>    
  </crowd-keypoint>
</crowd-form>

<script> 
  var num_obj = 1; 

  document.querySelector('crowd-form').onsubmit = function(e) { 
    const keypoints = document.querySelector('crowd-keypoint').value.keypoints || 
 document.querySelector('crowd-keypoint')._submittableValue.keypoints; 
    const labels = keypoints.map(function(p) { 
      return p.label; 
    }); 

    // 1. Make sure total number of keypoints is correct. 
    var original_num_labels = document.getElementsByTagName("crowd-keypoint")
[0].getAttribute("labels"); 

    original_num_labels = original_num_labels.substring(2, original_num_labels.length - 
 2).split("\",\""); 
    var goalNumKeypoints = num_obj*original_num_labels.length; 
    if (keypoints.length != goalNumKeypoints) { 
      e.preventDefault(); 
      errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must add all 
 keypoint annotations and use each label only once.</crowd-alert>'; 
      errorBox.scrollIntoView(); 
      return; 
    } 

    // 2. Make sure all labels are unique. 
    labelCounts = {}; 
    for (var i = 0; i < labels.length; i++) { 
      if (!labelCounts[labels[i]]) { 
        labelCounts[labels[i]] = 0; 
      } 
      labelCounts[labels[i]]++; 
    } 
    const goalNumSingleLabel = num_obj; 
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    const numLabels = Object.keys(labelCounts).length; 

    Object.entries(labelCounts).forEach(entry => { 
      if (entry[1] != goalNumSingleLabel) { 
        e.preventDefault(); 
        errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must use each 
 label only once.</crowd-alert>'; 
        errorBox.scrollIntoView(); 
      } 
    }) 
  };
</script>

Atributos

Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones 
sencillas para el trabajador.

initial-value

Una matriz, en formato JSON, de puntos clave que deben aplicarse a la imagen en el inicio. Por 
ejemplo:

initial-value="[ 
  { 
    'label': 'Left Eye', 
    'x': 1022, 
    'y': 429 
  }, 
  { 
    'label': 'Beak', 
    'x': 941, 
    'y': 403 
  }
]
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Note

Tenga en cuenta que los valores de etiqueta que se utilizan en este atributo debe tener un 
valor coincidente en el atributo labels o el punto no se representará.

labels

Matriz, en formato JSON, de cadenas que se van a utilizar como etiquetas de anotación de puntos 
clave.

nombre

Cadena que se utiliza para identificar la respuesta enviada por el trabajador. Este valor coincidirá con 
una clave del objeto JSON que especifica la respuesta.

src

El URI de origen de la imagen que se va a anotar.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: full-instructions, short-instructions

Regiones

Este elemento necesita las regiones siguientes.

full-instructions

Instrucciones generales sobre cómo anotar la imagen.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Salida

La siguiente salida es compatible con este elemento.
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inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el trabajador está comentando. Este 
objeto contiene las siguientes propiedades.

• altura: la altura de la imagen en píxeles.

• ancho: el ancho de la imagen en píxeles.

keypoints

Matriz de objetos JSON que contienen las coordenadas y la etiqueta de un punto clave. Cada objeto 
contiene las siguientes propiedades.

• etiqueta: la etiqueta asignada al punto clave.

• x: la coordenada X del punto clave de la imagen en píxeles.

• y: la coordenada y del punto clave de la imagen en píxeles.

Note

Las coordenadas X e Y consideran el punto 0,0 como la parte superior izquierda de la 
imagen.

Example : salidas de ejemplo de los elementos

A continuación, se muestra un ejemplo de salida del uso de este elemento.

[ 
  { 
    "crowdKeypoint": { 
      "inputImageProperties": { 
        "height": 1314, 
        "width": 962 
      }, 
      "keypoints": [ 
        { 
          "label": "dog", 
          "x": 155, 
          "y": 275 
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        }, 
        { 
          "label": "cat", 
          "x": 341, 
          "y": 447 
        }, 
        { 
          "label": "cat", 
          "x": 491, 
          "y": 513 
        }, 
        { 
          "label": "dog", 
          "x": 714, 
          "y": 578 
        }, 
        { 
          "label": "cat", 
          "x": 712, 
          "y": 763 
        }, 
        { 
          "label": "cat", 
          "x": 397, 
          "y": 814 
        } 
      ] 
    } 
  }
]

Puede tener disponibles numerosas etiquetas, pero solo se muestran en la salida las que se utilizan.

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements
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crowd-line

Un widget para dibujar líneas en una imagen. Cada línea está asociada a una etiqueta y los datos de 
salida indicarán los puntos inicial y final de cada línea.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-line>. 
Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo en 
cualquier navegador para obtener una vista previa e interactuar con esta plantilla. Para obtener más 
ejemplos, consulte este repositorio de GitHub.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-line 
    name="crowdLine" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Add header here to describe the task" 
    labels="['car','pedestrian','street car']" 
  > 
    <short-instructions> 
        <p>Read the task carefully and inspect the image.</p> 
        <p>Choose the appropriate label that best suits the image.</p> 
        <p>Draw a line on each objects that the label applies to.</p> 
    </short-instructions> 

    <full-instructions> 
        <p>Read the task carefully and inspect the image.</p> 
        <p>Choose the appropriate label that best suits the image.  
        <p>Draw a line along each object that the image applies to. 
            Make sure that the line does not extend beyond the boundaries 
            of the object. 
        </p> 
        <p>Each line is defined by a starting and ending point. Carefully 
        place the starting and ending points on the boundaries of the object.</p> 
    </full-instructions> 
     
  </crowd-line>
</crowd-form>
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Atributos

Los siguientes atributos son compatibles con este elemento.

header

Opcional. El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o 
instrucciones sencillas para el trabajador.

initial-value

Opcional. Matriz de objetos JSON, cada uno de los cuales establece una línea cuando se carga el 
componente. Cada objeto JSON de la matriz contiene las propiedades siguientes:

• etiqueta: el texto asignado a la línea como parte de la tarea de etiquetado. Este texto debe 
coincidir con una de las etiquetas definidas en el atributo labels del elemento <crowd-line>.

• vértices: las coordenadas x e y de los píxeles del punto inicial y final de la línea, en relación con la 
esquina superior izquierda de la imagen.

initial-value="{ 
    lines: [ 
    { 
        label: 'sideline', // label of this line annotation 
        vertices:[         // an array of vertices which decide the position of the 
 line 
        { 
            x: 84, 
            y: 110 
        }, 
        { 
            x: 60, 
            y: 100 
        } 
        ] 
    }, 
    { 
        label: 'yardline', 
        vertices:[        
        { 
            x: 651, 
            y: 498 
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        }, 
        { 
            x: 862, 
            y: 869 
        } 
        ] 
    } 
   ]
}"

Las líneas definidas mediante la propiedad initial-value se pueden ajustar. Se registra si la 
respuesta de un trabajador se ajustó o no mediante un booleano initialValueModified en el 
resultado de la respuesta del trabajador.

labels

Obligatorio. Matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un 
trabajador puede asignar a la línea.

Límite: 10 etiquetas.

label-colors

Opcional. Una matriz de cadenas. Cada cadena es un código hexadecimal (hex) de una etiqueta.

nombre

Obligatorio. El nombre del widget. Se usa como clave para la entrada del widget en la salida del 
formulario.

src

Obligatorio. La dirección URL de la imagen en la que se dibujan las líneas.

Regiones

Este elemento necesita las regiones siguientes.

full-instructions

Instrucciones generales sobre cómo dibujar líneas.
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short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: short-instructions, full-instructions

Salida

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el trabajador está comentando. Este 
objeto contiene las siguientes propiedades.

• altura: la altura de la imagen en píxeles.

• ancho: el ancho de la imagen en píxeles.

lines

Una matriz JSON que contiene objetos con las etiquetas y los vértices de las líneas.

• etiqueta: la etiqueta que se asigna a una línea.

• vértices: las coordenadas x e y de los píxeles del punto inicial y final de la línea, en relación con la 
esquina superior izquierda de la imagen.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado de este elemento.

{ 
    "crowdLine": { //This is the name you set for the crowd-line 
      "inputImageProperties": { 
        "height": 1254, 
        "width": 2048 
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      }, 
      "lines": [ 
        { 
          "label": "yardline", 
          "vertices": [  
            { 
              "x": 58, 
              "y": 295 
            }, 
            { 
              "x": 1342, 
              "y": 398 
            } 
          ] 
        }, 
        { 
          "label": "sideline", 
          "vertices": [ 
            { 
              "x": 472, 
              "y": 910 
            }, 
            { 
              "x": 1480, 
              "y": 600 
            } 
          ] 
        } 
      ] 
    } 
  }

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-modal

Pequeña ventana que emerge en la pantalla cuando esta se abre.
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Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar con el elemento <crowd-
modal>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo 
en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-modal
link-text = "See Examples"
link-type = "button">
Example Modal Text</crowd-modal>

Atributos

Los siguientes atributos son compatibles con este elemento.

link-text

Texto que se mostrará para abrir el modal. El valor predeterminado es "Click to open modal (Haga 
clic para abrir modal)".

link-type

Cadena que especifica el tipo de desencadenador para el modal. Los valores posibles son 
"link" (valor predeterminado) y "button".

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos
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• Referencia de Crowd HTML Elements

crowd-polygon

Un widget utilizado para dibujar polígonos en una imagen y asignar una etiqueta a la parte de la 
imagen que está en cada polígono.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
polygon>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el 
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-polygon 
    name="annotatedResult" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Draw a polygon around each of the requested target(s) of interest" 
    labels="['Cat', 'Dog', 'Bird']" 
  > 
    <full-instructions header="Polygon instructions"> 
      <ul> 
        <li>Make the polygon tight around the object</li> 
        <li>You need to select a label before starting a polygon</li> 
        <li>You will need to select a label again after completing a polygon</li> 
        <li>To select a polygon, you can click on its borders</li> 
        <li>You can start drawing a polygon from inside another polygon</li> 
        <li>You can undo and redo while you're drawing a polygon to go back and forth 
 between points you've placed</li> 
        <li>You are prevented from drawing lines that overlap other lines from the same 
 polygon</li> 
      </ul> 
    </full-instructions> 

    <short-instructions> 
      <p>Draw a polygon around each of the requested target(s) of interest</p> 
      <p>Make the polygon tight around the object</p> 
    </short-instructions> 
  </crowd-polygon>
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</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones 
sencillas para el trabajador.

labels

Una matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un trabajador 
puede asignar a la parte de la imagen delimitada por un polígono.

nombre

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.

src

La dirección URL de la imagen en la que se dibujan los polígonos.

initial-value

Matriz de objetos JSON, cada uno de los cuales define un polígono que se va dibujar al cargar el 
componente. Cada objeto JSON de la matriz contiene las propiedades siguientes.

• etiqueta: el texto asignado al polígono como parte de la tarea de etiquetado. Este texto debe 
coincidir con una de las etiquetas definidas en el atributo labels del elemento <crowd-polygon>.

• vértices: una matriz de objetos JSON. Cada objeto contiene un valor de coordenada x e y para un 
punto en el polígono.

Example

Un atributo initial-value podría tener este aspecto.

initial-value =  
  '[ 
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     { 
     "label": "dog", 
     "vertices":  
       [ 
         { 
            "x": 570, 
            "y": 239 
         }, 
        ...  
         { 
            "x": 759, 
            "y": 281 
         } 
       ] 
     } 
  ]'

Dado que estará dentro de un elemento HTML, la matriz JSON se debe escribir entre comillas 
simples o dobles. El ejemplo anterior utiliza comillas simples para encapsular la matriz JSON y 
comillas dobles dentro de la propia matriz. Si tiene que combinar comillas simples y dobles dentro de 
la matriz JSON, reemplácelas por sus códigos de entidad HTML (&quot; para comilla doble, &#39;
para comilla simple) para aplicarlas correctamente.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: full-instructions, short-instructions

Regiones

Se requieren las siguientes regiones.

full-instructions

Instrucciones generales sobre cómo dibujar polígonos.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.
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Salida

La siguiente salida es compatible con este elemento.

polygons

Matriz de objetos JSON, cada uno de los cuales describe un polígono que ha creado el trabajador. 
Cada objeto JSON de la matriz contiene las propiedades siguientes.

• etiqueta: el texto asignado al polígono como parte de la tarea de etiquetado.

• vértices: una matriz de objetos JSON. Cada objeto contiene un valor de coordenada x e y para un 
punto en el polígono. La esquina superior izquierda de la imagen es 0,0.

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el trabajador está comentando. Este 
objeto contiene las siguientes propiedades.

• altura: la altura de la imagen en píxeles.

• ancho: el ancho de la imagen en píxeles.

Example : salidas de ejemplo de los elementos

A continuación, se muestran ejemplos de salidas de escenarios de uso habituales para este 
elemento.

Una sola etiqueta, un solo polígono

{ 
    "annotatedResult":  
    { 
      "inputImageProperties": { 
        "height": 853, 
        "width": 1280 
      }, 
      "polygons":  
      [ 
        { 
          "label": "dog", 
          "vertices":  
          [ 
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            { 
              "x": 570, 
              "y": 239 
            }, 
            { 
              "x": 603, 
              "y": 513 
            }, 
            { 
              "x": 823, 
              "y": 645 
            }, 
            { 
              "x": 901, 
              "y": 417 
            }, 
            { 
              "x": 759, 
              "y": 281 
            } 
          ] 
        } 
      ] 
    } 
  }
]

Una sola etiqueta, varios polígonos

[ 
  { 
    "annotatedResult": { 
      "inputImageProperties": { 
        "height": 853, 
        "width": 1280 
      }, 
      "polygons": [ 
        { 
          "label": "dog", 
          "vertices": [ 
            { 
              "x": 570, 
              "y": 239 
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            }, 
            { 
              "x": 603, 
              "y": 513 
            }, 
            { 
              "x": 823, 
              "y": 645 
            }, 
            { 
              "x": 901, 
              "y": 417 
            }, 
            { 
              "x": 759, 
              "y": 281 
            } 
          ] 
        }, 
        { 
          "label": "dog", 
          "vertices": [ 
            { 
              "x": 870, 
              "y": 278 
            }, 
            { 
              "x": 908, 
              "y": 446 
            }, 
            { 
              "x": 1009, 
              "y": 602 
            }, 
            { 
              "x": 1116, 
              "y": 519 
            }, 
            { 
              "x": 1174, 
              "y": 498 
            }, 
            { 
              "x": 1227, 
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              "y": 479 
            }, 
            { 
              "x": 1179, 
              "y": 405 
            }, 
            { 
              "x": 1179, 
              "y": 337 
            } 
          ] 
        } 
      ] 
    } 
  }
]

Varias etiquetas, varios polígonos

[ 
  { 
    "annotatedResult": { 
      "inputImageProperties": { 
        "height": 853, 
        "width": 1280 
      }, 
      "polygons": [ 
        { 
          "label": "dog", 
          "vertices": [ 
            { 
              "x": 570, 
              "y": 239 
            }, 
            { 
              "x": 603, 
              "y": 513 
            }, 
            { 
              "x": 823, 
              "y": 645 
            }, 
            { 
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              "x": 901, 
              "y": 417 
            }, 
            { 
              "x": 759, 
              "y": 281 
            } 
          ] 
        }, 
        { 
          "label": "cat", 
          "vertices": [ 
            { 
              "x": 870, 
              "y": 278 
            }, 
            { 
              "x": 908, 
              "y": 446 
            }, 
            { 
              "x": 1009, 
              "y": 602 
            }, 
            { 
              "x": 1116, 
              "y": 519 
            }, 
            { 
              "x": 1174, 
              "y": 498 
            }, 
            { 
              "x": 1227, 
              "y": 479 
            }, 
            { 
              "x": 1179, 
              "y": 405 
            }, 
            { 
              "x": 1179, 
              "y": 337 
            } 
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          ] 
        } 
      ] 
    } 
  }
]

Puede tener disponibles numerosas etiquetas, pero solo se muestran en la salida las que se usan.

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

'{"datos":{"características":[1,2,3,4]}}'

Un widget para dibujar polilínea en una imagen. Cada polilínea está asociada a una etiqueta y puede 
incluir dos o más vértices. Una polilínea puede intersecarse a sí misma y sus puntos inicial y final 
pueden situarse en cualquier parte de la imagen.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
polyline>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el 
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla. Para 
obtener más ejemplos, consulte este repositorio de GitHub.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-polyline 
    name="crowdPolyline" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Add header here to describe the task" 
    labels="['car','pedestrian','street car']" 
  > 
    <full-instructions> 
        <p>Read the task carefully and inspect the image.</p> 
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        <p>Choose the appropriate label that best suits the image.</p> 
        <p>Draw a polyline around the boundaries of all objects 
        that the label applies to.</p> 
        <p>Use the <b>Enter</b> key to complete a polyline.</p> 
        <p>Make sure that the polyline fits tightly around the boundary 
        of the object.</p> 
    </full-instructions> 

    <short-instructions> 
        <p>Read the task carefully and inspect the image.</p> 
        <p>Review the tool guide to learn how to use the polyline tool.</p> 
        <p>Choose the appropriate label that best suits the image.</p> 
        <p>To draw a polyline, select a label that applies to an object of interest  
            and add a single point to the photo by clicking on that point. Continue to  
            draw the polyline around the object by adding additional points 
            around the object boundary.</p> 
        <p>After you place the final point on the polyline, press <b>Enter</b> on your 
        keyboard to complete the polyline.</p> 

    </short-instructions> 
  </crowd-polyline>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

header

Opcional. El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o 
instrucciones sencillas para el trabajador.

initial-value

Opcional. Matriz de objetos JSON, cada uno de los cuales establece una polilínea cuando se carga 
el componente. Cada objeto JSON de la matriz contiene las propiedades siguientes:

• etiqueta: el texto asignado a la polilínea como parte de la tarea de etiquetado. Este texto 
debe coincidir con una de las etiquetas definidas en el atributo labels del elemento <crowd-
polyline>.

• vértices: las coordenadas x e y de los píxeles de los vértices de una polilínea, en relación con la 
esquina superior izquierda de la imagen.
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 initial-value= "{ 
    polylines: [ 
    { 
        label: 'sideline', // label of this line annotation 
        vertices:[         // an array of vertices which decide the position of the 
 line 
        { 
            x: 84, 
            y: 110 
        }, 
        { 
            x: 60, 
            y: 100 
        } 
        ] 
    }, 
    { 
        label: 'yardline', 
        vertices:[        
        { 
            x: 651, 
            y: 498 
        }, 
        { 
            x: 862, 
            y: 869 
        }, 
        { 
            x: 1000, 
            y: 869 
        } 
        ] 
    } 
   ]
}"

Las polilíneas definidas mediante la propiedad initial-value se pueden ajustar. Se registra si la 
respuesta de un trabajador se ajustó o no mediante un booleano initialValueModified en el 
resultado de la respuesta del trabajador.
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labels

Obligatorio. Matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un 
trabajador puede asignar a la línea.

Límite: 10 etiquetas.

label-colors

Opcional. Una matriz de cadenas. Cada cadena es un código hexadecimal (hex) de una etiqueta.

nombre

Obligatorio. El nombre del widget. Se usa como clave para la entrada del widget en la salida del 
formulario.

src

Obligatorio. La dirección URL de la imagen en la que se dibujan las polilíneas.

Regiones

Este elemento necesita las regiones siguientes.

full-instructions

Instrucciones generales sobre cómo dibujar polilíneas.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: short-instructions, full-instructions

Salida

inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el trabajador está comentando. Este 
objeto contiene las siguientes propiedades.
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• altura: la altura de la imagen en píxeles.

• ancho: el ancho de la imagen en píxeles.

polylines

Una matriz JSON que contiene objetos con las etiquetas y los vértices de las polilíneas.

• etiqueta: la etiqueta que se asigna a una línea.

• vértices: las coordenadas x e y de los píxeles de los vértices de una polilínea, en relación con la 
esquina superior izquierda de la imagen.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado de este elemento.

 { 
    "crowdPolyline": { //This is the name you set for the crowd-polyline 
      "inputImageProperties": { 
        "height": 1254, 
        "width": 2048 
      }, 
      "polylines": [ 
        { 
          "label": "sideline", 
          "vertices": [ 
            { 
              "x": 651, 
              "y": 498 
            }, 
            { 
              "x": 862, 
              "y": 869 
            }, 
            { 
              "x": 1449, 
              "y": 611 
            } 
          ] 
        }, 
        { 
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          "label": "yardline", 
          "vertices": [ 
            { 
              "x": 1148, 
              "y": 322 
            }, 
            { 
              "x": 1705, 
              "y": 474 
            }, 
            , 
            { 
              "x": 1755, 
              "y": 474 
            } 
          ] 
        } 
      ] 
    } 
  }

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-radio-button

Botón que puede estar activado o desactivado. Cuando hay botones de opción dentro de un grupo 
de botones de opción, puede haber exactamente un botón de opción activado en el grupo, en 
cualquier momento. El siguiente es un ejemplo de cómo configurar un elemento crowd-radio-
button dentro de un elemento crowd-radio-group.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de la sintaxis que puede utilizar con el elemento <crowd-
radio-button>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra 
el archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.
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<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
<crowd-radio-group> 
    <crowd-radio-button name="tech" value="tech">Technology</crowd-radio-button> 
    <crowd-radio-button name="politics" value="politics">Politics</crowd-radio-button>
</crowd-radio-group>
</crowd-form>

El ejemplo anterior se puede ver en una plantilla de tareas de trabajador personalizada en este 
ejemplo de GitHub: plantilla personalizada de trabajo de etiquetado de entidades.

Los botones de opción de Crowd HTML Element no admiten la etiqueta HTML, required. Para 
que sea obligatorio seleccionar un botón de opción, utilice elementos <input type="radio">
para crear botones de radio y añada la etiqueta required. El atributo name de todos los elementos
<input> que pertenecen al mismo grupo de botones de opción debe ser el mismo. Por ejemplo, la 
siguiente plantilla requiere que el usuario seleccione un botón de opción del grupo animal-type
antes de enviarla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <p>Select an animal type:</p>
<img src="https://images.unsplash.com/photo-1537151608828-ea2b11777ee8?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1539&q=80" 
 style="height: 500; width: 400;"/>
<br><br>
<div> 
  <input type="radio" id="cat" name="animal-type" value="cat" required> 
  <label for="cat">Cat</label>
</div>
<div> 
  <input type="radio" id="dog" name="animal-type" value="dog"> 
  <label for="dog">Dog</label>
</div>
<div> 
  <input type="radio" id="unknown" name="animal-type" value="unknown"> 
  <label for="unknown">Unknown</label>
</div> 
    <full-instructions header="Classification Instructions"> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
    </full-instructions> 
    <short-instructions> 
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      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
    </short-instructions>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

checked

Conmutador booleano que, si está presente, muestra activado el botón de opción.

disabled

Conmutador booleano que, si está presente, muestra deshabilitado el botón e impide que se active.

nombre

Cadena que se utiliza para identificar la respuesta enviada por el trabajador. Este valor coincidirá con 
una clave del objeto JSON que especifica la respuesta.

Note

Si utiliza los botones fuera de un elemento crowd-radio-group pero con la misma cadena
name y diferentes cadenas value, el objeto name de la salida contendrá un valor booleano 
para cada cadena value. Para asegurarse de que solo se selecciona un botón en un grupo, 
conviértalos en elementos secundarios de un elemento crowd-radio-group y utilice diferentes 
valores de nombre.

value

Nombre de propiedad para el valor booleano del elemento. Si no se especifica, usa "on" como valor 
predeterminado; por ejemplo, { "<name>": { "<value>": <true or false> } }.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-radio-group

• Elementos secundarios: ninguno
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Salida

Genera un objeto con el siguiente patrón: { "<name>": { "<value>": <true or 
false> } }. Si utiliza los botones fuera de un elemento crowd-radio-group pero con la misma 
cadena name y diferentes cadenas value, el objeto de nombre contendrá un valor booleano para 
cada cadena value. Para asegurarse de que solo se selecciona uno de un grupo de botones, 
conviértalos en elementos secundarios de un elemento crowd-radio-group y use diferentes valores 
de nombre.

Example Resultado de ejemplo de este elemento

[ 
  { 
    "btn1": { 
      "yes": true 
    }, 
    "btn2": { 
      "no": false 
    } 
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-radio-group

Grupo de botones de opción. Solo se puede seleccionar un botón de opción en el grupo. Si se 
selecciona un botón de opción, se desactivará cualquier botón de opción que se haya elegido 
previamente en el mismo grupo. Para obtener un ejemplo de una plantilla de interfaz de usuario 
personalizada que utiliza el elemento crowd-radio-group, consulte esta plantilla personalizada de 
trabajo de etiquetado de reconocimiento de entidades.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.
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A continuación se muestra un ejemplo de la sintaxis que puede utilizar con el elemento <crowd-
radio-group>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el 
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

  
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<style> 
 body { 
  padding-left: 20px; 
  margin-bottom: 20px; 
 } 
 #outer-container { 
     display: flex; 
     justify-content: space-around; 
     max-width: 900px; 
     margin-left: 100px; 
 } 
 .left-container { 
     margin-right: auto; 
     padding-right: 50px; 
 } 
 .right-container { 
     margin-left: auto; 
     padding-left: 50px; 
 } 
 #vertical-separator { 
     border: solid 1px #d5dbdb; 
 }
</style>

<crowd-form> 
    <div> 
        <h1>Instructions</h1> 
 Lorem ipsum... 
    </div> 
    <div> 
        <h2>Background</h2> 
     <p>Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua. Ut enim ad minim veniam, quis nostrud 
 exercitation ullamco laboris nisi ut aliquip ex ea commodo consequat.</p> 
    </div> 
    <div id="outer-container"> 
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 <span class="left-container"> 
     <h2>Option 1</h2> 
     <p>Nulla facilisi morbi tempus iaculis urna. Orci dapibus ultrices in iaculis nunc 
 sed augue lacus.</p> 
 </span> 
 <span id="vertical-separator"></span> 
 <span class="right-container"> 
     <h2>Option 2</h2> 
     <p>Ultrices vitae auctor eu augue ut. Pellentesque massa placerat duis ultricies 
 lacus sed turpis tincidunt id.</p> 
 </span> 
    </div> 
    <div> 
        <h2>Question</h2> 
     <p>Which do you agree with?</p> 
 <crowd-radio-group> 
     <crowd-radio-button name="option1" value="Option 1">Option 1</crowd-radio-button> 
     <crowd-radio-button name="option2" value="Option 2">Option 2</crowd-radio-button> 
 </crowd-radio-group> 

     <p>Why did you choose this answer?</p> 
 <crowd-text-area name="explanation" placeholder="Explain how you reached your 
 conclusion..."></crowd-text-area> 
    </div>
</crowd-form>

Atributos

Este elemento no admite atributos especiales.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: crowd-radio-button

Salida

Genera una matriz de objetos que representa los elementos crowd-radio-button que contiene.
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Example Ejemplo de salida de elementos

[ 
  { 
    "btn1": { 
      "yes": true 
    }, 
    "btn2": { 
      "no": false 
    } 
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-semantic-segmentation

Widget para segmentar una imagen y asignar una etiqueta a cada segmento de imagen.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
semantic-segmentation>. Copie el siguiente código y guárdelo en un archivo con la extensión
.html. Abra el archivo en cualquier navegador para obtener una vista previa e interactuar con esta 
plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-semantic-segmentation 
    name="annotatedResult" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Please label each of the requested objects in this image" 
    labels="['Cat', 'Dog', 'Bird']" 

Crowd HTML Elements de SageMaker 2007

https://codepen.io/sagemaker_crowd_html_elements/pen/LYxEKEb


Amazon SageMaker Guía para desarrolladores

  > 
    <full-instructions header="Segmentation Instructions"> 
      <ol> 
          <li><strong>Read</strong> the task carefully and inspect the image.</li> 
          <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
          <li><strong>Choose</strong> the appropriate label that best suits the 
 image.</li> 
      </ol> 
    </full-instructions> 

    <short-instructions> 
      <p>Use the tools to label the requested items in the image</p> 
    </short-instructions> 
  </crowd-semantic-segmentation>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

header

El texto que se muestra por encima de la imagen. Por lo general, es una pregunta o instrucciones 
sencillas para el trabajador.

initial-value

Objeto JSON que contiene las asignaciones de color de un trabajo anterior de segmentación 
semántica y un vínculo a la salida de imagen superpuesta por el trabajo anterior. Incluya esto cuando 
desee que un trabajador humano verifique los resultados de un trabajo de etiquetado anterior y, si es 
necesario, lo ajuste.

El atributo se parecería al código siguiente:

  initial-value='{ 
    "labelMappings": { 
        "Bird": { 
          "color": "#ff7f0e" 
        }, 
        "Cat": { 
          "color": "#2ca02c" 
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        }, 
        "Cow": { 
          "color": "#d62728" 
        }, 
        "Dog": { 
          "color": "#1f77b4" 
        } 
      }, 
    "src": {{ "S3 file URL for image" | grant_read_access }} 
  }'

Cuando se utilizan los tipos de tareas integrados de Ground Truth con consolidación de anotaciones
(en los que más de un trabajador etiqueta una sola imagen), las asignaciones de etiquetas se 
incluyen en los registros de salida de cada trabajador; sin embargo, el resultado general se 
representa como internal-color-map en los resultados consolidados.

Puede convertir internal-color-map en label-mappings en una plantilla personalizada 
utilizando el lenguaje de plantillas Liquid:

initial-value="{ 
  'src' : '{{ task.input.manifestLine.label-attribute-name-from-prior-job| 
 grant_read_access }}', 
  'labelMappings': { 
     {% for box in task.input.manifestLine.label-attribute-name-from-prior-job-
metadata.internal-color-map %} 
       {% if box[1]['class-name'] != 'BACKGROUND' %} 
         {{ box[1]['class-name'] | to_json }}: { 
           'color': {{ box[1]['hex-color'] | to_json }} 
         }, 
       {% endif %}  
     {% endfor %} 
   }  
}"

labels

Matriz de cadenas con formato JSON, cada una de las cuales es una etiqueta que un trabajador 
puede asignar a un segmento de la imagen.

nombre

El nombre del widget. Se usa como clave para la entrada del widget en la salida del formulario.
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src

La dirección URL de la imagen que se va a segmentar.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: full-instructions, short-instructions

Regiones

Las regiones siguientes son compatibles con este elemento.

full-instructions

Instrucciones generales sobre cómo segmentar imágenes.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Salida

La siguiente salida es compatible con este elemento.

labeledImage

Objeto JSON que contiene un PNG con codificación Base64 de las etiquetas.

labelMappings

Objeto JSON que contiene objetos denominados con etiquetas de segmentación.

• color: el valor hexadecimal del color RGB de la etiqueta en el PNG labeledImage.

initialValueModified

Valor booleano que indica si se han modificado los valores iniciales. Solo se incluye cuando la salida 
proviene de una tarea de ajuste.
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inputImageProperties

Objeto JSON que especifica las dimensiones de la imagen que el trabajador está comentando. Este 
objeto contiene las siguientes propiedades.

• altura: la altura de la imagen en píxeles.

• ancho: el ancho de la imagen en píxeles.

Example : salidas de ejemplo de los elementos

A continuación se muestra un ejemplo de resultado para este elemento.

[ 
  { 
    "annotatedResult": { 
      "inputImageProperties": { 
        "height": 533, 
        "width": 800 
      }, 
      "labelMappings": { 
        "<Label 2>": { 
          "color": "#ff7f0e" 
        }, 
        "<label 3>": { 
          "color": "#2ca02c" 
        }, 
        "<label 1>": { 
          "color": "#1f77b4" 
        } 
      }, 
      "labeledImage": { 
        "pngImageData": "<Base-64 Encoded Data>" 
      } 
    } 
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos
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• Referencia de Crowd HTML Elements

crowd-slider

Barra con un botón deslizante que permite a un trabajador seleccionar un valor de un intervalo de 
valores moviendo el botón. El control deslizante es excelente para configuraciones que reflejen 
niveles de intensidad, como, por ejemplo, volumen, brillo o saturación de color.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla de topografía que utiliza el elemento <crowd-
slider>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el 
archivo en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
<crowd-instructions link-text="View instructions" link-type="button"> 
  <short-summary> 
    <p>Provide a brief instruction here</p> 
  </short-summary> 

  <detailed-instructions> 
    <h3>Provide more detailed instructions here</h3> 
    <p>Include additional information</p> 
  </detailed-instructions> 

  <positive-example> 
    <p>Provide an example of a good answer here</p> 
    <p>Explain why it's a good answer</p> 
  </positive-example> 

  <negative-example> 
    <p>Provide an example of a bad answer here</p> 
    <p>Explain why it's a bad answer</p> 
  </negative-example>
</crowd-instructions>

<div> 
  <p>What is your favorite color for a bird?</p> 
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  <crowd-input name="favoriteColor" placeholder="example: pink" required></crowd-input>
</div>

<div> 
  <p>Check this box if you like birds</p> 
  <crowd-checkbox name="likeBirds" checked="true" required></crowd-checkbox>
</div>

<div> 
  <p>On a scale of 1-10, how much do you like birds?</p> 
  <crowd-slider name="howMuch" min="1" max="10" step="1" pin="true" required></crowd-
slider>
</div>

<div> 
  <p>Write a short essay describing your favorite bird</p> 
  <crowd-text-area name="essay" rows="4" placeholder="Lorem ipsum..." required></crowd-
text-area>
</div>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

disabled

Conmutador booleano que, si está presente, muestra deshabilitado el control deslizante.

editable

Conmutador booleano que, si está presente, muestra un botón hacia arriba o hacia abajo que se 
puede elegir para seleccionar el valor.

La selección de un valor con el botón hacia arriba o hacia abajo es una alternativa a seleccionar 
dicho valor moviendo el botón del control deslizante. El botón del control deslizante se moverá en 
sincronización con las opciones de botón hacia arriba o hacia abajo.

máx.

Número que especifica el valor máximo del control deslizante.
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min

Número que especifica el valor mínimo del control deslizante.

nombre

Cadena que se utiliza para identificar la respuesta enviada por el trabajador. Este valor coincidirá con 
una clave del objeto JSON que especifica la respuesta.

pin

Conmutador booleano que, si está presente, muestra el valor actual por encima del botón cuando 
este se mueve.

obligatorio

Conmutador booleano que, si está presente, requiere que el trabajador proporcione información.

secondary-progress

Cuando se utiliza con un atributo CSS crowd-slider-secondary-color, la barra de progresión 
estará coloreada hasta el punto representado por el secondary-progress. Por ejemplo, si este 
representara la progresión en un vídeo en streaming, value representaría en qué punto de la escala 
de tiempo del vídeo se encuentra el espectador. El valor secondary-progress representaría el 
punto de la escala de tiempo en el que el vídeo se había almacenado en búfer.

paso

Número que especifica la diferencia entre los valores seleccionables del control deslizante.

value

Un elemento preestablecido que se convierte en valor predeterminado si el trabajador no proporciona 
entrada.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno
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Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-tab

Componente diseñado para verse como una pestaña con información debajo.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-tab>. Copie 
el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo en cualquier 
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-tabs> 
    <crowd-tab header="Tab 1"> 
      <h2>Image</h2> 

      <img 
        src="https://images.unsplash.com/photo-1478382188900-5bb598fe27d3?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1351&q=80" 
        style="max-width: 40%" 
      > 

      <h2>Text</h2> 
      <p> 
      Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua. 
      </p> 
      <p> 
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas 
 sed sed risus. 
      </p> 
    </crowd-tab> 
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    <crowd-tab header="Tab 2"> 
      <h2>Description</h2> 
      <p> 
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas 
 sed sed risus. 
      </p> 
    </crowd-tab> 

    <crowd-tab header="Tab 3"> 
      <div style="width: 40%; display: inline-block"> 
        <img 
          src="https://images.unsplash.com/photo-1472747459646-91fd6f13995f?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1350&q=80" 
          style="max-width: 80%" 
        > 
        <crowd-input label="Input inside tab" name="inputInsideTab"></crowd-input> 
        <input type="checkbox" name="checkbox" value="foo">Foo 
        <input type="checkbox" name="checkbox" value="bar">Bar 
        <crowd-button>Some button</crowd-button> 
      </div> 

      <div style="width: 40%; display: inline-block; vertical-align: top"> 
        Lorem ipsum dolor sit amet, lorem a wisi nibh, in pulvinar, consequat praesent 
 vestibulum tellus ante felis auctor, vitae lobortis dictumst mauris.  
        Pellentesque nulla ipsum ante quisque quam augue.  
        Class lacus id euismod, blandit tempor mauris quisque tortor mauris, 
 urna gravida nullam pede libero, ut suscipit orci faucibus lacus varius ornare, 
 pellentesque ipsum.  
        At etiam suspendisse est elementum luctus netus, vel sem nulla sodales, potenti 
 magna enim ipsum diam tortor rutrum,  
        quam donec massa elit ac, nam adipiscing sed at leo ipsum consectetuer. 
 Ac turpis amet wisi, porttitor sint lacus ante, turpis accusantium, ac maecenas 
 deleniti,  
        nisl leo sem integer ac dignissim. Lobortis etiam luctus lectus odio auctor. 
 Justo vitae, felis integer id, bibendum accumsan turpis eu est mus eros, ante id 
 eros.  
      </div> 
    </crowd-tab> 

  </crowd-tabs> 

  <crowd-input label="Input outside tabs" name="inputOutsideTab"></crowd-input> 

  <short-instructions> 
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    <p>Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus 
 egestas sed sed risus.</p>
</short-instructions>

<full-instructions header="Classification Instructions"> 
    <p>Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua.</p> 
    <p> Tempus egestas sed sed risus.</p>
</full-instructions>

</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

header

Texto que aparece en la pestaña. Normalmente se trata de algún tipo de nombre descriptivo breve 
indicativo de la información contenida debajo de la pestaña.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-tabs

• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-tabs

Contenedor para información en pestañas.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.
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A continuación se muestra un ejemplo de una plantilla que utiliza el elemento <crowd-tabs>. Copie 
el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo en cualquier 
navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-tabs> 
    <crowd-tab header="Tab 1"> 
      <h2>Image</h2> 

      <img 
        src="https://images.unsplash.com/photo-1478382188900-5bb598fe27d3?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1351&q=80" 
        style="max-width: 40%" 
      > 

      <h2>Text</h2> 
      <p> 
      Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua. 
      </p> 
      <p> 
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas 
 sed sed risus. 
      </p> 
    </crowd-tab> 

    <crowd-tab header="Tab 2"> 
      <h2>Description</h2> 
      <p> 
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas 
 sed sed risus. 
      </p> 
    </crowd-tab> 

    <crowd-tab header="Tab 3"> 
      <div style="width: 40%; display: inline-block"> 
        <img 
          src="https://images.unsplash.com/photo-1472747459646-91fd6f13995f?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1350&q=80" 
          style="max-width: 80%" 
        > 
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        <crowd-input label="Input inside tab" name="inputInsideTab"></crowd-input> 
        <input type="checkbox" name="checkbox" value="foo">Foo 
        <input type="checkbox" name="checkbox" value="bar">Bar 
        <crowd-button>Some button</crowd-button> 
      </div> 

      <div style="width: 40%; display: inline-block; vertical-align: top"> 
        Lorem ipsum dolor sit amet, lorem a wisi nibh, in pulvinar, consequat praesent 
 vestibulum tellus ante felis auctor, vitae lobortis dictumst mauris.  
        Pellentesque nulla ipsum ante quisque quam augue.  
        Class lacus id euismod, blandit tempor mauris quisque tortor mauris, 
 urna gravida nullam pede libero, ut suscipit orci faucibus lacus varius ornare, 
 pellentesque ipsum.  
        At etiam suspendisse est elementum luctus netus, vel sem nulla sodales, potenti 
 magna enim ipsum diam tortor rutrum,  
        quam donec massa elit ac, nam adipiscing sed at leo ipsum consectetuer. 
 Ac turpis amet wisi, porttitor sint lacus ante, turpis accusantium, ac maecenas 
 deleniti,  
        nisl leo sem integer ac dignissim. Lobortis etiam luctus lectus odio auctor. 
 Justo vitae, felis integer id, bibendum accumsan turpis eu est mus eros, ante id 
 eros.  
      </div> 
    </crowd-tab> 

  </crowd-tabs> 

  <crowd-input label="Input outside tabs" name="inputOutsideTab"></crowd-input> 

  <short-instructions> 
    <p>Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus 
 egestas sed sed risus.</p>
</short-instructions>

<full-instructions header="Classification Instructions"> 
    <p>Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua.</p> 
    <p> Tempus egestas sed sed risus.</p>
</full-instructions>

</crowd-form>

Atributos

Este elemento no tiene atributos.
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Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: crowd-tab

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-text-area

Campo para entrada de texto.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid diseñada para transcribir clips de audio 
que utiliza el elemento <crowd-text-area>. Copie el siguiente código y guárdelo en un archivo 
con la extensión .html. Abra el archivo en cualquier navegador para obtener una vista previa e 
interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <audio controls> 
      <source src="{{ task.input.taskObject | grant_read_access }}" type="audio/mpeg"> 
      Your browser does not support the audio element. 
  </audio> 
  <h3>Instructions</h3> 
  <p>Transcribe the audio</p> 
  <p>Ignore "umms", "hmms", "uhs" and other non-textual phrases</p> 
  <crowd-text-area name="transcription" rows="4"></crowd-text-area>
</crowd-form>
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Atributos

Los siguientes atributos son compatibles con este elemento.

allowed-pattern

Expresión regular que se utiliza con el atributo auto-validate para pasar por alto los tipos de 
caracteres no coincidentes como tipos de trabajadores.

auto-focus

Conmutador booleano que, si está presente, pone el cursor en este elemento en carga para que los 
usuarios puedan comenzar a escribir inmediatamente sin tener que hacer clic en el elemento.

auto-validate

Conmutador booleano que, si está presente, activa la validación de entrada. El comportamiento del 
validador se puede modificar mediante los atributos error-message y allowed-pattern.

char-counter

Conmutador booleano que, si está presente, pone un pequeño campo de texto bajo la esquina 
inferior derecha del elemento, en la que se muestra la cantidad de caracteres que hay dentro del 
elemento.

disabled

Conmutador booleano que, si está presente, muestra deshabilitada el área de entrada.

error-message

Texto que se va a mostrar debajo del campo de entrada, en el lado izquierdo, si se produce un error 
de validación.

label

Cadena que se muestra dentro de un campo de texto.

Este texto se reduce y se eleva por encima de un campo de texto cuando el trabajador comienza a 
escribir en el campo o cuando el atributo value está establecido.

max-length

Número entero que especifica el número máximo de caracteres permitido por el elemento. No se 
tendrán en cuenta los caracteres escritos o pegados que superen dicho número máximo.

Crowd HTML Elements de SageMaker 2021



Amazon SageMaker Guía para desarrolladores

max-rows

Número entero que especifica el número máximo de filas de texto que se permiten dentro de un 
crowd-text-area. Normalmente el elemento se expande para abarcar nuevas filas. Si max-rows se 
establece y el número de filas lo supera, el contenido se desplaza hacia arriba, fuera de la vista, y 
aparece un control de la barra de desplazamiento.

nombre

Cadena que se utiliza para representar los datos del elemento en la salida.

marcador de posición

Cadena que se presenta al usuario como marcador de posición. Desaparece después de que el 
usuario pone algo en el área de entrada.

rows

Número entero que especifica la altura del elemento en filas de texto.

value

Un elemento preestablecido que se convierte en valor predeterminado si el trabajador no proporciona 
entrada. El elemento preestablecido aparece en un cuadro de texto.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Salida

Este elemento devuelve el name como un nombre de propiedad y el contenido de texto del elemento 
como el valor. Los retornos de carro del texto se representan como \n.

Example Resultado de ejemplo de este elemento

[ 
  { 
    "textInput1": "This is the text; the text that\nmakes the crowd go wild." 
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  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-toast

Notificación sutil que aparece temporalmente en la pantalla. Solo se ve un crowd-toast.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

A continuación se muestra un ejemplo de una plantilla Liquid que utiliza el elemento <crowd-
toast>. Copie el siguiente código y guárdelo en un archivo con la extensión .html. Abra el archivo 
en cualquier navegador para obtener una vista previa e interactuar con esta plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <p>Find the official website for: <strong>{{ task.input.company }}</strong></p> 
  <p>Do not give Yelp pages, LinkedIn pages, etc.</p> 
  <p>Include the http:// prefix from the website</p> 
  <crowd-input name="website" placeholder="http://example.com"></crowd-input> 

  <crowd-toast duration="10000" opened> 
    This is a message that you want users to see when opening the template. This 
 message will disappear in 10 seconds.  
   </crowd-toast>

</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

Crowd HTML Elements de SageMaker 2023

https://codepen.io/sagemaker_crowd_html_elements/pen/ExZaBgK


Amazon SageMaker Guía para desarrolladores

Duración

Número que especifica el tiempo, en milisegundos, que la notificación se ve en la pantalla.

texto

El texto que se muestra en la notificación.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

crowd-toggle-button

Botón que actúa como interruptor de encendido/apagado y conmuta un estado.

Consulte un ejemplo interactivo de una plantilla HTML que utiliza este Crowd HTML Element en
CodePen.

En el ejemplo siguiente se muestran diferentes formas de utilizar para utilizar el elemento HTML
<crowd-toggle-button>. Copie el siguiente código y guárdelo en un archivo con la extensión
.html. Abra el archivo en cualquier navegador para obtener una vista previa e interactuar con esta 
plantilla.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <!--Toggle button without value--> 
  <crowd-toggle-button name="toggleButtonWithoutValue"></crowd-toggle-button> 
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  <!--Toggle button with value--> 
  <crowd-toggle-button name="toggleButtonWithValue" value="someValue"></crowd-toggle-
button> 

  <!--Toggle button disabled--> 
  <crowd-toggle-button name="toggleButtonDisabled" disabled></crowd-toggle-button> 

  <!--Toggle button marked invalid--> 
  <crowd-toggle-button name="toggleButtonInvalid" invalid></crowd-toggle-button> 

  <!--Toggle button marked required--> 
  <crowd-toggle-button name="toggleButtonRequired" required></crowd-toggle-button>
</crowd-form>

Atributos

Los siguientes atributos son compatibles con este elemento.

checked

Conmutador booleano que, si está presente, muestra el botón en la posición de encendido.

disabled

Conmutador booleano que, si está presente, muestra el botón como deshabilitado y evita que se 
hagan conmutaciones.

invalid

Cuando está en la posición de desactivado, un botón que use este atributo se visualizará con un 
color de alerta. El estándar es rojo, pero se puede cambiar en CSS. Cuando esté en la posición 
de activado, el botón se mostrará en el mismo color que otros botones que estén en la posición de 
activado.

nombre

Cadena que se utiliza para identificar la respuesta enviada por el trabajador. Este valor coincide con 
una clave del objeto JSON que especifica la respuesta.

obligatorio

Conmutador booleano que, si está presente, requiere que el trabajador proporcione información.
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value

Valor que se utiliza en la salida como nombre de propiedad para el estado booleano del elemento. 
Toma "on" como valor predeterminado si no se proporciona.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: ninguno

Salida

Este elemento devuelve name como nombre de un objeto, que contiene el elemento value como 
nombre de propiedad y el estado del elemento como valor booleano para la propiedad. Si no se 
especifica ningún valor para el elemento, el nombre de la propiedad toma de forma predeterminada 
el valor "on".

Example Resultado de ejemplo de este elemento

[ 
  { 
    "theToggler": { 
      "on": true 
    } 
  }
]

Véase también

Para obtener más información, consulte los siguientes temas.

• Utilizar Amazon SageMaker Ground Truth para etiquetar datos

• Referencia de Crowd HTML Elements

Crowd HTML Elements de Augmented AI

Los siguientes Crowd HTML Elements solo están disponibles para tareas de flujos de trabajo 
humano de Augmented AI.

Crowd HTML Elements de Augmented AI 2026



Amazon SageMaker Guía para desarrolladores

Temas

• crowd-textract-analyze-document

• crowd-rekognition-detect-moderation-labels

crowd-textract-analyze-document

Un widget para permitir la revisión humana de un resultado de análisis de documentos de Amazon 
Textract.

Atributos

Los siguientes atributos son compatibles con este elemento.

header

Este es el texto que se muestra como encabezado.

src

Este es un enlace a la imagen para que la analice el trabajador.

initialValue

Establece los valores iniciales de los atributos encontrados en la interfaz de usuario de trabajo.

A continuación, se muestra un ejemplo de una entrada de initialValue:

[ 
            { 
                "blockType": "KEY_VALUE_SET", 
                "confidence": 38.43309020996094, 
                "geometry": { 
                    "boundingBox": { 
                        "width": 0.32613086700439453, 
                        "weight": 0.0942094624042511, 
                        "left": 0.4833833575248718, 
                        "top": 0.5227988958358765
                    }, 
                    "polygon": [ 
                        {"x": 0.123, "y": 0.345}, ... 
                    ] 
                } 
                "id": "8c97b240-0969-4678-834a-646c95da9cf4", 
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                "relationships": [ 
                    { 
                        "type": "CHILD", 
                        "ids": [ 
                            "7ee7b7da-ee1b-428d-a567-55a3e3affa56", 
                            "4d6da730-ba43-467c-a9a5-c6137ba0c472" 
                        ] 
                    }, 
                    { 
                        "type": "VALUE", 
                        "ids": [ 
                            "6ee7b7da-ee1b-428d-a567-55a3e3affa54" 
                        ] 
                    } 
                ], 
                "entityTypes": [ 
                    "KEY" 
                ], 
                "text": "Foo bar" 
            },
]

blockTypes

Esto determina el tipo de análisis que pueden hacer los trabajadores. Solo se admite
KEY_VALUE_SET actualmente.

keys

Esto especifica nuevas claves y el valor de texto asociado que el trabajador puede agregar. Los 
valores de entrada para keys pueden incluir los siguientes elementos:

• importantFormKey acepta cadenas y se utiliza para especificar una sola clave.

• importantFormKeyAliases se puede utilizar para especificar alias que son alternativas 
aceptables a las claves suministradas. Utilice este elemento para identificar ortografías o 
presentaciones alternativas de sus claves. Este parámetro acepta una lista de una o varias 
cadenas.

A continuación, se muestra un ejemplo de entrada de keys:

[ 
      { 
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        importantFormKey: 'Address', 
        importantFormKeyAliases: [ 
          'address', 
          'Addr.', 
          'Add.', 
        ] 
      }, 
      { 
        importantFormKey: 'Last name', 
        importantFormKeyAliases: ['Surname'] 
      }
]

no-key-edit

Esto impide que los trabajadores editen las claves de las anotaciones transferidas mediante
initialValue. Esto evita que los trabajadores editen las claves detectadas en sus documentos. 
Esto es necesario.

no-geometry-edit

Esto impide que los trabajadores editen los polígonos de las anotaciones transferidos mediante
initialValue. Por ejemplo, esto impediría al trabajador editar el cuadro delimitador alrededor de 
una clave determinada. Esto es necesario.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: full-instructions, short-instructions

Regiones

Las regiones siguientes son compatibles con este elemento. Puede usar código HTML y CSS 
personalizado dentro de estas regiones para dar formato a sus instrucciones para los trabajadores. 
Por ejemplo, utilice la sección short-instructions para proporcionar ejemplos buenos y malos 
de cómo completar una tarea.

full-instructions

Instrucciones generales acerca de cómo utilizar el widget.
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short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Ejemplo de una plantilla de trabajador que utiliza el elemento crowd

Un ejemplo de una plantilla de trabajador que utiliza este elemento crowd se vería como se indica a 
continuación.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.document.s3Object.bucket }}/
{{ task.input.aiServiceRequest.document.s3Object.name }}{% endcapture %}

<crowd-form> 
  <crowd-textract-analyze-document 
    src="{{ s3_uri | grant_read_access }}" 
    initial-value="{{ task.input.selectedAiServiceResponse.blocks }}" 
    header="Review the key-value pairs listed on the right and correct them if they 
 don't match the following document." 
    no-key-edit 
    no-geometry-edit 
    keys="{{ task.input.humanLoopContext.importantFormKeys }}" 
    block-types="['KEY_VALUE_SET']" 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
        .instructionsImage { 
          display: inline-block; 
          max-width: 100%; 
        } 
      </style> 
      <p class='instructions'>Click on a key-value block to highlight the corresponding 
 key-value pair in the document.

If it is a valid key-value pair, review the content for the value. If the content is 
 incorrect, correct it.

The text of the value is incorrect, correct it.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/
correct-value-text.png" />
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A wrong value is identified, correct it.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/
correct-value.png" />

If it is not a valid key-value relationship, choose No.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/not-a-
key-value-pair.png" />

If you can’t find the key in the document, choose Key not found.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/key-is-
not-found.png" />

If the content of a field is empty, choose Value is blank.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/value-
is-blank.png" />

<b>Examples</b>
Key and value are often displayed next or below to each other.

Key and value displayed in one line.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/sample-
key-value-pair-1.png" />

Key and value displayed in two lines.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/sample-
key-value-pair-2.png" />

If the content of the value has multiple lines, enter all the text without line break. 
 Include all value text even if it extends beyond the highlight box.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/
multiple-lines.png" /></p> 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-textract-analyze-document>
</crowd-form>

Salida

A continuación se muestra un ejemplo de resultado para este elemento. Encontrará una explicación 
detallada de este resultado en la documentación de la API AnalyzeDocument de Amazon Textract.
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{ 
  "AWS/Textract/AnalyzeDocument/Forms/V1": { 
    blocks: [ 
      { 
        "blockType": "KEY_VALUE_SET", 
        "id": "8c97b240-0969-4678-834a-646c95da9cf4", 
        "relationships": [ 
          { 
            "type": "CHILD", 
            "ids": ["7ee7b7da-ee1b-428d-a567-55a3e3affa56", "4d6da730-ba43-467c-a9a5-
c6137ba0c472"] 
          }, 
          { 
            "type": "VALUE", 
            "ids": ["6ee7b7da-ee1b-428d-a567-55a3e3affa54"] 
          } 
        ], 
        "entityTypes": ["KEY"], 
        "text": "Foo bar baz" 
      } 
    ] 
  }
}

crowd-rekognition-detect-moderation-labels

Un widget para permitir la revisión humana de un resultado de moderación de una imagen de 
Amazon Rekognition.

Atributos

Los siguientes atributos son compatibles con este elemento.

header

Este es el texto que se muestra como encabezado.

src

Este es un enlace a la imagen para que la analice el trabajador.
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categories

Esto admite categories como matriz de cadenas o una matriz de objetos donde cada objeto tiene 
un campo name.

Si las categorías aparecen como objetos, se aplica lo siguiente:

• Las categorías mostradas son el valor del campo name.

• La respuesta devuelta contiene los objetos completos de las categorías seleccionadas.

Si las categorías vienen en forma de cadenas, se aplica lo siguiente:

• La respuesta devuelta es una matriz de todas las cadenas seleccionadas.

exclusion-category

Al establecer este atributo, crea un botón debajo de las categorías en la interfaz de usuario.

• Cuando un usuario elige el botón, se anula la selección de todas las categorías y se desactivan.

• Al elegir el botón de nuevo, se vuelven a activar las categorías para que los usuarios puedan 
elegirlas.

• Si envía después de elegir el botón, devuelve una matriz vacía.

Jerarquía de elementos

Este elemento tiene los siguientes elementos principales y secundarios.

• Elementos principales: crowd-form

• Elementos secundarios: full-instructions, short-instructions

AWSRegiones de

Las siguientes regiones de AWS son compatibles con este elemento. Puede usar código HTML 
y CSS personalizado dentro de estas regiones para dar formato a sus instrucciones para los 
trabajadores. Por ejemplo, utilice la sección short-instructions para proporcionar ejemplos 
buenos y malos de cómo completar una tarea.
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full-instructions

Instrucciones generales acerca de cómo utilizar el widget.

short-instructions

Instrucciones importantes específicas de la tarea que se muestran en un lugar destacado.

Ejemplo de plantilla de trabajador con el elemento crowd

Un ejemplo de una plantilla de trabajador que utiliza el elemento crowd sería el siguiente.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.image.s3Object.bucket }}/
{{ task.input.aiServiceRequest.image.s3Object.name }}{% endcapture %}

<crowd-form> 
  <crowd-rekognition-detect-moderation-labels 
    categories='[ 
      {% for label in task.input.selectedAiServiceResponse.moderationLabels %} 
        { 
          name: "{{ label.name }}", 
          parentName: "{{ label.parentName }}", 
        }, 
      {% endfor %} 
    ]' 
    src="{{ s3_uri | grant_read_access }}" 
    header="Review the image and choose all applicable categories." 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
      </style> 
      <p class='instructions'>Review the image and choose all applicable categories.
If no categories apply, choose None.

<b>Nudity</b>
Visuals depicting nude male or female person or persons

<b>Graphic Male Nudity</b>
Visuals depicting full frontal male nudity, often close ups
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<b>Graphic Female Nudity</b>
Visuals depicting full frontal female nudity, often close ups

<b>Sexual Activity</b>
Visuals depicting various types of explicit sexual activities and pornography

<b>Illustrated Nudity or Sexual Activity</b>
Visuals depicting animated or drawn sexual activity, nudity or pornography

<b>Adult Toys</b>
Visuals depicting adult toys, often in a marketing context

<b>Female Swimwear or Underwear</b>
Visuals depicting female person wearing only swimwear or underwear

<b>Male Swimwear Or Underwear</b>
Visuals depicting male person wearing only swimwear or underwear

<b>Partial Nudity</b>
Visuals depicting covered up nudity, for example using hands or pose

<b>Revealing Clothes</b>
Visuals depicting revealing clothes and poses, such as deep cut dresses

<b>Graphic Violence or Gore</b>
Visuals depicting prominent blood or bloody injuries

<b>Physical Violence</b>
Visuals depicting violent physical assault, such as kicking or punching

<b>Weapon Violence</b>
Visuals depicting violence using weapons like firearms or blades, such as shooting

<b>Weapons</b>
Visuals depicting weapons like firearms and blades

<b>Self Injury</b>
Visuals depicting self-inflicted cutting on the body, typically in distinctive patterns 
 using sharp objects

<b>Emaciated Bodies</b>
Visuals depicting extremely malnourished human bodies
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<b>Corpses</b>
Visuals depicting human dead bodies

<b>Hanging</b>
Visuals depicting death by hanging</p> 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-rekognition-detect-moderation-labels>
</crowd-form>

Salida

A continuación se muestra un ejemplo de resultado para este elemento. Para obtener más 
información sobre este resultado, consulte la documentación de la API DetectModerationLabels de 
Amazon Rekognition.

{ 
  "AWS/Rekognition/DetectModerationLabels/Image/V3": { 
    "ModerationLabels": [ 
        { name: 'Gore', parentName: 'Violence' }, 
        { name: 'Corpses', parentName: 'Violence' }, 
    ] 
  }
}

Uso de Amazon Augmented AI para la revisión humana

Cuando utiliza aplicaciones de IA como Amazon Rekognition, Amazon Textract o sus modelos de 
machine learning (ML) personalizados, puede utilizar Amazon Augmented AI para obtener una 
revisión humana de predicciones de baja confianza o de muestras aleatorias de predicciones.

¿Qué es Amazon Augmented AI?

Amazon Augmented AI (Amazon A2I) es un servicio que pone la revisión humana de predicciones 
de ML al alcance de todos los desarrolladores, ya que elimina el engorroso trabajo vinculado a la 
creación de sistemas de revisión humana o a la administración de un gran número de revisores 
humanos.

Muchas aplicaciones de ML necesitan personas que revisen las predicciones de baja confianza, a 
fin de garantizar que los resultados sean correctos. Por ejemplo, la extracción de información de los 
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formularios de solicitud de hipoteca escaneados puede requerir la revisión humana, debido a la baja 
calidad de los escaneos o a la mala caligrafía. Diseñar sistemas de revisión humana puede consumir 
mucho tiempo y dinero, ya que implica implementar procesos o flujos de trabajo complejos, escribir 
software personalizado para administrar las tareas y los resultados de revisión y administrar grandes 
grupos de revisores.

Amazon A2I agiliza la creación y la gestión de revisiones humanas para las aplicaciones de ML. 
Amazon A2I ofrece flujos de trabajo integrados de revisión humana para casos de uso comunes 
de ML, como la moderación de contenido y la extracción de texto de documentos. También puede 
crear sus propios flujos de trabajo para los modelos de ML creados en SageMaker o en cualquier 
otra herramienta. Puede usar Amazon A2I para permitir que revisores humanos intervengan cuando 
algún modelo no genere predicciones de alta confianza o cuando quiera auditar predicciones de 
manera regular.

Ejemplos de casos de uso de Amazon A2I

Los siguientes ejemplos muestran cómo puede utilizar Amazon A2I para integrar un ciclo de revisión 
humana en su aplicación de ML. Para cada uno de estos ejemplos, encontrará un cuaderno de 
Jupyter que muestre ese flujo de trabajo en Casos y ejemplos de uso de Amazon A2I.

• Uso de Amazon A2I con Amazon Textract: puede hacer que los revisores humanos se encarguen 
de revisar los pares clave-valor importantes en documentos de una sola página o pedirle a 
Amazon Textract que extraiga aleatoriamente algunos documentos de su conjunto de datos y se 
los envíe a estas personas para que los revisen.

• Uso de Amazon A2I con Amazon Rekognition: los revisores humanos pueden comprobar si hay 
imágenes que no sean seguras y detectar contenido violento o para adultos cuando Amazon 
Rekognition devuelva una puntuación de confianza baja; también puede pedirle a Amazon 
Rekognition que seleccione aleatoriamente algunas imágenes del conjunto de datos y se las envíe 
a los revisores para que las comprueben.

• Uso de Amazon A2I para revisar inferencias de ML en tiempo real: puede usar Amazon A2I para 
revisar las inferencias de baja confianza en tiempo real realizadas por un modelo implementado 
en un punto de conexión alojado en SageMaker, lo que le permitirá entrenar al modelo de forma 
progresiva con los datos de salida de Amazon A2I.

• Uso de Amazon A2I con Amazon Comprehend: los revisores humanos pueden revisar las 
inferencias de Amazon Comprehend sobre datos de texto, como el análisis de opinión, la sintaxis 
del texto y la detección de entidades.
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• Uso de Amazon A2I con Amazon Transcribe: los revisores humanos pueden revisar las 
transcripciones de archivos de vídeo o audio de Amazon Transcribe; luego, puede usar los 
resultados de los bucles de revisión humana de transcripciones para crear un vocabulario 
personalizado y mejorar las transcripciones futuras de contenido de vídeo o audio similar.

• Uso de Amazon A2I con Amazon Translate: los revisores humanos pueden revisar las 
traducciones con un nivel bajo de confianza que Amazon Translate haya devuelto.

• Uso de Amazon A2I para revisar datos tabulares: puede usar Amazon A2I para integrar un ciclo de 
revisión humana en una aplicación de ML que utilice datos tabulares.

Temas

• Primeros pasos con Amazon Augmented AI

• Casos y ejemplos de uso de Amazon A2I

• Crear un flujo de trabajo de revisión humana

• Eliminar un flujo de trabajo de revisión humana

• Crear e iniciar un bucle humano

• Eliminación de un bucle humano

• Crear y administrar plantillas de tareas de trabajador

• Supervise y administre su bucle humano

• Datos de salida de Amazon A2I

• Permisos y seguridad en Amazon Augmented AI

• Usar Amazon CloudWatch Events en Amazon Augmented AI
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• Uso de las API en Amazon Augmented AI

Primeros pasos con Amazon Augmented AI

Para empezar a usar Amazon Augmented AI, consulte Componentes básicos de Amazon A2I y
Requisitos previos para el uso de Augmented AI. A continuación, utilice la siguiente documentación 
para aprender a utilizar la consola y la API de Amazon A2I.

• Tutorial: Introducción a la consola Amazon A2I

• Tutorial: Introducción al uso de la API de Amazon A2I

También puede empezar a utilizar la API de Amazon A2I con el tutorial de un cuaderno de Jupyter. 
Consulte Casos y ejemplos de uso de Amazon A2I para obtener una lista de cuadernos y casos de 
uso.

Componentes básicos de Amazon A2I

Revise los siguientes términos para familiarizarse con los componentes principales de Amazon A2I.

Tipos de tareas

El flujo de trabajo de IA/ML en el que se integra Amazon A2I define un tipo de tarea de Amazon A2I.

Amazon A2I es compatible con lo siguiente:

• Dos tipos de tareas integradas: la extracción de pares clave-valor de Amazon Textract y la 
moderación de Amazon Rekognition Image.

• Un tipo de tarea personalizado: utilice un tipo de tarea personalizado para integrar un bucle de 
revisión humana en cualquier flujo de trabajo de machine learning. Puede utilizar un tipo de tarea 
personalizado para integrar Amazon A2I con otros servicios AWS, como Amazon Comprehend, 
Amazon Transcribe y Amazon Translate, así como con sus propios flujos de trabajo de machine 
learning personalizados. Para obtener más información, consulte Casos y ejemplos de uso de 
Amazon A2I.

Seleccione una pestaña de la siguiente tabla para ver los diagramas que ilustran cómo funciona 
Amazon A2I con cada tipo de tarea. Seleccione la página del tipo de tarea mediante los enlaces de la 
lista anterior para obtener más información sobre ese tipo de tarea.
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Amazon Textract – Key-value pair extraction

Esta imagen muestra el flujo de trabajo integrado de Amazon A2I con Amazon Textract. A la 
izquierda, se muestran los recursos necesarios para crear un flujo de trabajo de revisión humana 
de Amazon Textract: un bucket de Amazon S3, condiciones de activación, una plantilla de tareas 
de proceso de trabajo y un equipo de trabajo. Estos recursos se utilizan para crear un flujo 
de trabajo de revisión humana o definición de flujo. Hay una flecha que apunta directamente 
al siguiente paso del flujo de trabajo: usar Amazon Textract para configurar un bucle humano 
con el flujo de trabajo de revisión humana. Una segunda flecha va desde este paso hacia el 
paso en el que se cumplen las condiciones de activación especificadas en el flujo de trabajo de 
revisión humana. Esto inicia la creación de un bucle humano. A la derecha de la imagen, el bucle 
humano se representa en tres pasos: 1) se generan la interfaz de usuario y las herramientas del 
trabajador y la tarea se pone a disposición de los trabajadores; 2) los trabajadores revisan los 
datos introducidos y 3) los resultados se guardan en Amazon S3.

Amazon Rekognition – Image moderation

Esta imagen muestra el flujo de trabajo integrado de Amazon A2I con Amazon Rekognition. A la 
izquierda, se muestran los recursos necesarios para crear un flujo de trabajo de revisión humana 
de Amazon Rekognition: un bucket de Amazon S3, condiciones de activación, una plantilla de 
tareas de proceso de trabajo y un equipo de trabajo. Estos recursos se utilizan para crear un flujo 
de trabajo de revisión humana o definición de flujo. Hay una flecha que apunta directamente al 
siguiente paso del flujo de trabajo: usar Amazon Rekognition para configurar un bucle humano 
con el flujo de trabajo de revisión humana. Una segunda flecha va desde este paso hacia el 
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paso en el que se cumplen las condiciones de activación especificadas en el flujo de trabajo de 
revisión humana. Esto inicia la creación de un bucle humano. A la derecha de la imagen, el bucle 
humano se representa en tres pasos: 1) se generan la interfaz de usuario y las herramientas del 
trabajador y la tarea se pone a disposición de los trabajadores; 2) los trabajadores revisan los 
datos introducidos y 3) los resultados se guardan en Amazon S3.

Custom Task Type

La siguiente imagen muestra el flujo de trabajo personalizado de Amazon A2I. Se utiliza un 
modelo de ML personalizado para generar predicciones. La aplicación cliente filtra estas 
predicciones utilizando criterios definidos por el usuario y determina si es necesaria una revisión 
humana. Si es así, estas predicciones se envían a Amazon A2I para la revisión humana. 
Amazon A2I recopila los resultados de la revisión humana en Amazon S3, que obtiene acceso 
mediante la aplicación cliente. Si el filtro determina que no es necesaria una revisión humana, las 
predicciones se pueden enviar directamente a la aplicación cliente.
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Flujo de trabajo de revisión humana (definición de flujo)

Utilizamos un flujo de trabajo de revisión humana para especificar el equipo de trabajo humano, para 
configurar la interfaz de usuario de los trabajadores mediante una plantilla de tareas de trabajador y 
para proporcionar información sobre cómo deben los trabajadores completar la tarea de revisión.

Para los tipos de tareas integrados, también se utiliza el flujo de trabajo de revisión humana para 
identificar las condiciones en las que se activa un bucle humano de revisión. Por ejemplo, Amazon 
Rekognition puede realizar la moderación del contenido de la imagen mediante machine learning. 
Puede usar el flujo de trabajo de revisión humana para especificar que una imagen se enviará a un 
humano, con fines de moderación de contenido, si el nivel de confianza de Amazon Rekognition es 
demasiado bajo.

Puede usar un flujo de trabajo de revisión humana para crear varios bucles humanos.

Puede crear una definición de flujo en la consola de SageMaker o con la API de SageMaker. Para 
obtener más información sobre estas dos opciones, consulte Crear un flujo de trabajo de revisión 
humana.

Equipo de trabajo

Un equipo de trabajo es un grupo de trabajadores humanos a los que les envía las tareas de revisión 
humana.
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Al crear un flujo de trabajo de revisión humana, se especifica un único equipo de trabajo.

El equipo de trabajo puede estar en la plantilla de Amazon Mechanical Turk, en una plantilla 
gestionada por un proveedor o en su propia plantilla privada. Cuando utiliza personal privado, puede 
crear varios equipos de trabajo. Cada equipo de trabajo se puede utilizar en varios flujos de trabajo 
de revisión humana. Para aprender a crear una plantilla de trabajo y equipos de trabajo, consulte
Creación y gestión de personal.

Plantilla de tarea de trabajador e interfaz de usuario de tarea humana

Utilice una plantilla de tareas de trabajador a fin de crear una interfaz de usuario de trabajador (una
interfaz de usuario de tareas humanas) para las tareas de revisión humana.

La interfaz de usuario de tareas humanas muestra los datos de entrada, como documentos, 
imágenes o instrucciones, a los trabajadores. También proporciona herramientas interactivas que el 
trabajador utiliza para completar las tareas.

Para los tipos de tareas integradas, debe utilizar la plantilla de tareas de trabajador de Amazon A2I 
que se proporciona para ese tipo de tarea.

Bucles humanos

Se utiliza un bucle humano para crear un trabajo de revisión humana simple. Para cada trabajo de 
revisión humana, puede elegir el número de trabajadores a los que se les enviará la tarea para que 
revisen un único objeto de datos. Por ejemplo, si establece el número de trabajadores por objeto 
en 3 para un trabajo de etiquetado y clasificación de imágenes, tres trabajadores clasificarán cada 
imagen de entrada. Aumentar el número de trabajadores por objeto puede mejorar la precisión de las 
etiquetas.

Se crea un bucle humano mediante un flujo de trabajo de revisión humana de la siguiente manera:

• En el caso de los tipos de tareas integradas, las condiciones especificadas en el flujo de trabajo de 
revisión humana determinan cuándo se crea el bucle humano.

• Las tareas de revisión humana se envían al equipo de trabajo especificado en el flujo de trabajo de 
revisión humana.

• La plantilla de tareas de trabajador especificada en el flujo de trabajo de revisión humana se utiliza 
para representar la interfaz de usuario de la tarea humana.

¿Cuándo se crean los bucles humanos?
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Cuando utiliza uno de los tipos de tareas integrados, el servicio AWS correspondiente crea e inicia un 
bucle humano en su nombre cuando se cumplen las condiciones especificadas en el flujo de trabajo 
de revisión humana. Por ejemplo:

• Al utilizar Augmented AI con Amazon Textract, puede integrar Amazon A2I en una tarea de 
revisión de documentos mediante la operación de API AnalyzeDocument. Se crea un bucle 
humano cada vez que Amazon Textract devuelve inferencias sobre pares clave-valor que cumplen 
las condiciones especificadas en el flujo de trabajo de revisión humana.

• Al utilizar Augmented AI con Amazon Rekognition, puede integrar Amazon A2I en una tarea de 
moderación de imágenes mediante la operación de API DetectModerationLabels. Se crea 
un bucle humano cada vez que Amazon Rekognition devuelve inferencias sobre el contenido de 
imágenes que cumple con las condiciones especificadas en el flujo de trabajo de revisión humana.

Cuando se utiliza un tipo de tarea personalizado, usted iniciará un bucle humano mediante la API de 
Amazon Augmented AI Runtime. Cuando llama a StartHumanLoop en la aplicación personalizada, 
se envía una tarea a los revisores humanos.

Para aprender a crear e iniciar un bucle humano, consulte Crear e iniciar un bucle humano.

Para generar estos recursos y crear un flujo de trabajo de revisión humana, Amazon A2I integra 
varias API, lo que incluye el modelo de Amazon Augmented AI Runtime, las API de SageMaker y las 
API asociadas al tipo de tarea. Para obtener más información, consulte Uso de las API en Amazon 
Augmented AI.

Note

La disponibilidad de la región de AWS puede variar cuando utiliza Augmented AI con 
otros servicios de AWS, como Amazon Textract. Cree recursos de Augmented AI en la 
misma región de AWS que utiliza para interactuar con esos servicios de AWS. Para obtener 
información sobre la disponibilidad en regiones de AWS para todos los servicios, consulte la
tabla de regiones.

Requisitos previos para el uso de Augmented AI

Amazon A2I utiliza recursos de IAM, SageMaker y Amazon S3 para crear y ejecutar sus flujos 
de trabajo de revisión humana. Puede crear algunos de estos recursos en la consola de Amazon 
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A2I al crear un flujo de trabajo de revisión humana. Para saber cómo hacerlo, consulte Tutorial: 
Introducción a la consola Amazon A2I.

Para utilizar Amazon A2I, necesita los siguientes recursos:

• Uno o varios buckets de Amazon S3 en la misma región de AWS que el flujo de trabajo para los 
datos de entrada y salida. Para crear un bucket, siga las instrucciones en Crear un bucket en la
Guía del usuario de la consola de Amazon Simple Storage Service.

• Un rol de IAM con los permisos necesarios para crear un flujo de trabajo de revisión humana y un 
rol o usuario de IAM con permiso para acceder a Augmented AI. Para obtener más información, 
consulte Permisos y seguridad en Amazon Augmented AI.

• Una plantilla pública, privada o de proveedor para sus flujos de trabajo de revisión humana. Si 
planea utilizar personal privado, debe configurarlo de antemano en la misma región de AWS que 
su flujo de trabajo de Amazon A2I. Para obtener más información sobre estos tipos de personal, 
consulte Creación y gestión de personal.

Important

Para obtener más información sobre los programas de conformidad que se aplican a 
Amazon Augmented AI en este momento, consulte Servicios de AWS en el ámbito del 
programa de conformidad. Si utiliza Amazon Augmented AI junto con otros servicios de 
AWS (como Amazon Rekognition y Amazon Textract), tenga en cuenta que es posible que 
Amazon Augmented AI no esté dentro del ámbito de aplicación de los mismos programas 
de conformidad que esos otros servicios. Es usted el responsable del uso de Amazon 
Augmented AI, lo que incluye la comprensión de cómo procesa o almacena los datos de 
los clientes el servicio y de cualquier impacto en el cumplimiento de su entorno de datos. 
Debería analizar los objetivos de su carga de trabajo con su equipo de contabilidad de 
AWS; ellos pueden ayudarlo a evaluar si el servicio es adecuado para el caso de uso y la 
arquitectura propuestos.

Tutorial: Introducción a la consola Amazon A2I

El siguiente tutorial es una introducción al uso de Amazon A2I en la consola de Amazon A2I.

El tutorial le ofrece la opción de utilizar Augmented AI con Amazon Textract para la revisión de 
documentos o Amazon Rekognition para la revisión del contenido de las imágenes.
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Requisitos previos

Para empezar a utilizar Amazon A2I, complete los siguientes requisitos previos.

• Cree un bucket de Amazon S3 en la misma región de AWS que el flujo de trabajo para los datos 
de entrada y salida. Por ejemplo, si utiliza Amazon A2I con Amazon Textract en us-east-1, cree su 
bucket en us-east-1. Para crear un bucket, siga las instrucciones en Crear un bucket en la Guía del 
usuario de la consola de Amazon Simple Storage Service.

• Haga una de las siguientes acciones:

• Si desea completar el tutorial con Amazon Textract, descargue este documento de muestra y 
colóquelo en su bucket de Amazon S3.

• Si desea completar el tutorial con Amazon Rekognition, descargue esta imagen y colóquela en 
su bucket de Amazon S3.

Note

La consola Amazon A2I está integrada en la consola SageMaker.

Paso 1: crear un equipo de trabajo

En primer lugar, cree un equipo de trabajo en la consola Amazon A2I y añádase como trabajador 
para poder obtener una vista previa de la tarea de revisión del trabajador.

Important

En este tutorial, se utiliza un equipo de trabajo privado. La plantilla privada de Amazon A2I 
está configurada en el área Ground Truth de la consola SageMaker, y la comparten Amazon 
A2I y Ground Truth.

Para crear un personal privado con correos electrónicos de trabajadores

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Empleados de etiquetado bajo Ground Truth.

3. Elija Private (Privado), a continuación elija Create private team (Crear equipo privado).

4. Elija Invite new workers by email (Invitar a nuevos trabajadores por correo electrónico).
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5. Para este tutorial, introduzca su dirección de correo electrónico y cualquier otra dirección de 
la que desee obtener una vista previa de la interfaz de usuario de tareas humanas. Pegue o 
escriba una lista de hasta 50 direcciones de correo electrónico separadas por comas en el 
cuadro de direcciones de correo electrónico.

6. Introduzca un nombre de organización y un correo electrónico de contacto.

7. También puede seleccionar un tema de SNS al que suscribir al equipo, de modo que los 
trabajadores reciban notificaciones por correo electrónico cuando haya disponibles nuevos 
trabajos de etiquetado en Ground Truth. Las notificaciones de Amazon SNS son compatibles 
con Ground Truth, y no con Augmented AI. Si suscribe a los trabajadores para recibir 
notificaciones de Amazon SNS, solo recibirán notificaciones sobre trabajos de etiquetado de 
Ground Truth. No recibirán notificaciones sobre tareas de Augmented AI.

8. Elija Create private team (Crear equipo privado).

Si se incorpora a un equipo de trabajo privado, recibirá un correo electrónico de no-
reply@verificationemail.com con la información de inicio de sesión. Use el enlace de ese 
correo electrónico para restablecer su contraseña e iniciar sesión en el portal para trabajadores. Es 
aquí donde aparecen las tareas de revisión humana al crear un bucle humano.

Paso 2: crear un flujo de trabajo de revisión humana

En este paso, creará un flujo de trabajo de revisión humana. Cada flujo de trabajo de revisión 
humana se crea para un tipo de tarea específico. Este tutorial le permite elegir entre los tipos de 
tareas integrados: Amazon Rekognition y Amazon Textract.

Para crear un flujo de trabajo de revisión humana:

1. Abra la consola Augmented AI en https://console.aws.amazon.com/a2i para acceder a la página
Flujos de trabajo de revisión humana.

2. Seleccione Crear un flujo de trabajo de revisión humana.

3. En Configuración del flujo de trabajo, introduzca para el flujo el nombre, el bucket de 
S3 y el rol de IAM que ha creado para este tutorial, con la política administrada de AWS 
(AmazonAugmentedAIIntegratedAPIAccess) asociada.

4. Para el Tipo de tarea, seleccione Textract: Extracción de pares de clave-valor o Rekognition: 
Moderación de imágenes.

5. Seleccione el tipo de tarea que haya elegido de la siguiente tabla para obtener instrucciones 
sobre ese tipo de tarea.
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Amazon Textract – Key-value pair extraction

1. Seleccione Desencadenar una revisión humana para claves de formulario específicas 
basadas en la puntuación de confianza de clave de formulario o cuando faltan algunas claves 
de formulario específicas.

2. En Nombre de la clave, introduzca Mail Address.

3. Establezca el umbral de confianza de la identificación entre 0 y 99.

4. Establezca el umbral de confianza de la cualificación entre 0 y 99.

5. Seleccione Desencadenar la revisión humana para todas las claves de formulario 
identificadas por Amazon Textract con puntuaciones de confianza en un rango especificado.

6. Establezca el umbral de confianza de la identificación entre 0 y 90.

7. Establezca el umbral de confianza de la cualificación entre 0 y 90.

Esto inicia una revisión humana si Amazon Textract devuelve una puntuación de confianza 
inferior a 99 para Mail Address y su clave, o si devuelve una puntuación de confianza 
inferior a 90 para cualquier par clave-valor detectado en el documento.

La siguiente imagen muestra la sección “Amazon Textract form extraction - Conditions for 
invoking human review” de la consola Amazon A2I. En la imagen, las casillas de verificación 
de los dos tipos de activadores explicados en el párrafo anterior están marcadas, y Mail 
Address se utiliza como Nombre de la clave para el primer activador. El umbral de confianza 
de la identificación se define mediante puntuaciones de confianza para los pares clave-
valor detectados en el formulario, y se establece entre 0 y 99. El umbral de confianza de la 
cualificación se define mediante puntuaciones de confianza para el texto contenido entre 
claves y valores en un formulario, y se establece entre 0 y 99.
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Amazon Rekognition – Image moderation

1. Seleccione Active la revisión humana de las etiquetas identificadas por Amazon 
Rekognition en función de la puntuación de confianza de la etiqueta.

2. Establezca el umbral entre 0 y 98.

Esto inicia una revisión humana si Amazon Rekognition devuelve una puntuación de 
confianza inferior a 98 para un trabajo de moderación de imágenes.
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La siguiente imagen muestra cómo puede seleccionar la opción Active la revisión humana de 
las etiquetas identificadas por Amazon Rekognition en función de la puntuación de confianza 
de la etiqueta e introducir un umbral de entre 0 y 98 en la consola Amazon A2I.

6. En Creación de plantillas de tareas de trabajadores, seleccione Crear a partir de una plantilla 
predeterminada.

7. Introduzca un Nombre de plantilla.

8. En el campo Descripción de la tarea, introduzca el siguiente texto:

Read the instructions carefully and complete the task.

9. En Trabajadores, seleccione Privado.

10. Seleccione el equipo privado que ha creado.

11. Seleccione Create (Crear).

Tras crear el flujo de trabajo de revisión humana, este aparecerá en la tabla de la página Flujos 
de trabajo de revisión humana. Cuando el Estado sea Active, copie y guarde el ARN del flujo de 
trabajo. Lo necesita para el siguiente paso.

Paso 3: iniciar el bucle humano

Debe usar una operación de API para iniciar un bucle humano. Hay varios SDK de idiomas 
específicos que puede utilizar para interactuar con estas operaciones de API. Para ver la 
documentación de cada uno de estos SDK, consulte la sección Véase también de la documentación 
de la API, como se muestra en la imagen siguiente.
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Para este tutorial, se utiliza una de las siguientes API:

• Si ha elegido el tipo de tarea Amazon Textract, utilizará la operación AnalyzeDocument.

• Si ha elegido el tipo de tarea Amazon Rekognition, utilizará la operación
DetectModerationLabels.

Puede interactuar con estas API mediante una instancia de cuaderno de SageMaker (recomendada 
para nuevos usuarios) o mediante AWS Command Line Interface (AWS CLI). Utilice una de las 
siguientes rutas para obtener más información sobre estas opciones:

• Para obtener más información sobre una instancia de cuaderno y aprender a configurarla, consulte
Instancias de Amazon SageMaker Notebook.

• Para obtener más información sobre el uso de AWS CLI, consulte ¿Cuál es la de AWS Command 
Line Interface? en la Guía de usuario de AWS Command Line Interface.
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Seleccione el tipo de tarea en la siguiente tabla para ver ejemplos de solicitudes para Amazon 
Textract y Amazon Rekognition empleando AWS SDK for Python (Boto3).

Amazon Textract – Key-value pair extraction

En el siguiente ejemplo, se utiliza AWS SDK for Python (Boto3) para llamar a
analyze_document en us-west-2. Sustituya el texto rojo en cursiva por sus recursos. Solo 
debe incluir el parámetro DataAttributes si utiliza la plantilla de Amazon Mechanical Turk. 
Para obtener más información, consulte la documentación de analyze_document en la
documentación de referencia de la API AWS SDK for Python (Boto).

   response = client.analyze_document( 
         Document={ 
                "S3Object": { 
                    "Bucket": "AWSDOC-EXAMPLE-BUCKET",  
                    "Name": "document-name.pdf" 
                } 
         }, 
         HumanLoopConfig={ 
            "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
            "HumanLoopName":"human-loop-name", 
            "DataAttributes" : { 
                "ContentClassifiers":
["FreeOfPersonallyIdentifiableInformation","FreeOfAdultContent"] 
            } 
         }, 
         FeatureTypes=["TABLES", "FORMS"])

Amazon Rekognition – Image moderation

En el siguiente ejemplo, se utiliza AWS SDK for Python (Boto3) para llamar a
detect_moderation_labels en us-west-2. Sustituya el texto rojo en cursiva por 
sus recursos. Solo debe incluir el parámetro DataAttributes si utiliza la plantilla de 
Amazon Mechanical Turk. Para obtener más información, consulte la documentación de
detect_moderation_labels en la documentación de referencia de la API AWS SDK for 
Python (Boto).

   response = client.detect_moderation_labels( 
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            Image={ 
                "S3Object":{ 
                    "Bucket": "AWSDOC-EXAMPLE-BUCKET",  
                    "Name": "image-name.png" 
                } 
            }, 
            HumanLoopConfig={ 
               "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
               "HumanLoopName":"human-loop-name", 
               "DataAttributes":{ 
                    ContentClassifiers:
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"] 
                } 
             })

Paso 4: ver el estado del bucle humano en la consola

Al iniciar un bucle humano, puede ver su estado en la consola Amazon A2I.

Para ver el estado de su bucle humano

1. Abra la consola Augmented AI en https://console.aws.amazon.com/a2i para acceder a la página
Flujos de trabajo de revisión humana.

2. Seleccione el flujo de trabajo de revisión humana que utilizó para iniciar el bucle humano.

3. En la sección Bucles humanos, puede ver su bucle humano. Consulte el estado en la columna
Estado.

Paso 5: descargar los datos de salida

Los datos de salida se almacenan en el bucket de Amazon S3 que especificó al crear el flujo de 
trabajo de revisión humana.

Para ver los datos de salida de Amazon A2I

1. Abra la consola de Amazon S3.

2. Seleccione el bucket de Amazon S3 que especificó al crear su flujo de trabajo de revisión 
humana en el paso 2 de este ejemplo.

Primeros pasos con Amazon Augmented AI 2053

https://console.aws.amazon.com/a2i/
https://console.aws.amazon.com/s3/


Amazon SageMaker Guía para desarrolladores

3. Empezando por la carpeta que lleva el nombre del flujo de trabajo de revisión humana, vaya a 
los datos de salida seleccionando la carpeta con la siguiente convención de nomenclatura:

s3://output-bucket-specified-in-human-review-workflow/human-review-workflow-
name/YYYY/MM/DD/hh/mm/ss/human-loop-name/output.json

4. Seleccione output.json y Descargar.

Tutorial: Introducción al uso de la API de Amazon A2I

En este tutorial, se explican las operaciones de API que puede utilizar para dar los primeros pasos 
con Amazon A2I.

Para usar un cuaderno de Jupyter a fin de ejecutar estas operaciones, seleccione un cuaderno de 
Jupyter de Casos y ejemplos de uso de Amazon A2I y utilice Use SageMaker Notebook Instance with 
Amazon A2I Jupyter Notebook para aprender a usarlo en una instancia de cuaderno de SageMaker.

Para obtener más información sobre las operaciones de API que puede utilizar con Amazon A2I, 
consulte Uso de las API en Amazon Augmented AI.

Crear un equipo de trabajo privado

Puede crear un equipo de trabajo privado y añadirse como trabajador para poder obtener una vista 
previa de Amazon A2I.

Si no está familiarizado con Amazon Cognito, le recomendamos que utilice la consola SageMaker 
para crear una plantilla privada y sumarse como trabajador privado. Para obtener instrucciones, 
consulte Paso 1: crear un equipo de trabajo.

Si está familiarizado con Amazon Cognito, puede utilizar las siguientes instrucciones para crear un 
equipo de trabajo privado con la API de SageMaker. Después de crear un equipo de trabajo, anote 
su ARN (WorkteamArn).

Para obtener más información sobre la plantilla privada y otras configuraciones disponibles, consulte
Usar personal privado.

Crear personal privado

Si no ha creado una plantilla privada, puede hacerlo mediante un grupo de usuarios de Amazon 
Cognito. Recuerde añadirse a usted mismo a este grupo de usuarios. Puede crear un equipo de 
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trabajo privado mediante la función create_workforce de AWS SDK for Python (Boto3). Para ver 
otros SDK específicos de un idioma, consulta la lista en CreateWorkforce.

    
    response = client.create_workforce( 
        CognitoConfig={ 
            "UserPool": "Pool_ID", 
            "ClientId": "app-client-id" 
        }, 
        WorkforceName="workforce-name" 
    )

Crear un equipo de trabajo privado

Cuando haya creado una plantilla privada en la región de AWS para configurar e iniciar el bucle 
humano, podrá crear un equipo de trabajo privado mediante la función create_workteam de 
AWS SDK for Python (Boto3). Para ver otros SDK específicos de un idioma, consulta la lista en
CreateWorkteam.

    response = client.create_workteam( 
        WorkteamName="work-team-name", 
        WorkforceName= "workforce-name", 
        MemberDefinitions=[ 
            { 
                "CognitoMemberDefinition": { 
                    "UserPool": "<aws-region>_ID", 
                    "UserGroup": "user-group", 
                    "ClientId": "app-client-id" 
                }, 
            } 
        ] 
    )

Acceda al ARN de su equipo de trabajo de la siguiente manera:

    workteamArn = response["WorkteamArn"]

Incluir los equipos de trabajo privados en su cuenta
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Si ya ha creado un equipo de trabajo privado, puede incluir en su cuenta todos los equipos de trabajo 
de una región AWS determinada con la función list_workteams de AWS SDK for Python (Boto3). 
Para ver otros SDK específicos de un idioma, consulta la lista en ListWorkteams.

    response = client.list_workteams()

Si tiene varios equipos de trabajo en su cuenta, quizá le interese usar MaxResults, NameContains
y SortBy para filtrar los resultados.

Crear un flujo de trabajo de revisión humana

Puede crear un flujo de trabajo de revisión humana mediante la operación
CreateFlowDefinition de Amazon A2I. Antes de crear su flujo de trabajo de revisión 
humana, debe crear una interfaz de usuario de tareas humanas. Puede hacerlo con la operación
CreateHumanTaskUi.

Si utiliza Amazon A2I con las integraciones de Amazon Textract o Amazon Rekognition, puede 
especificar las condiciones de activación mediante un JSON.

Crear una interfaz de usuario para tareas humanas

Si va a crear un flujo de trabajo de revisión humana para usarlo con las integraciones de Amazon 
Textract o Amazon Rekognition, necesitará usar y modificar una plantilla de tareas de trabajo 
prediseñada. Puede usar su propia plantilla de tareas de trabajo personalizada en todas las 
integraciones personalizadas. Use la siguiente tabla para aprender a crear una interfaz de usuario 
para tareas humanas con una plantilla de tareas de trabajador para las dos integraciones integradas. 
Sustituya la plantilla por la suya propia para personalizar esta solicitud.

Amazon Textract – Key-value pair extraction

Para obtener más información sobre esta plantilla, consulte Ejemplo de plantilla personalizada 
para Amazon Textract.

template = r"""
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.document.s3Object.bucket }}/
{{ task.input.aiServiceRequest.document.s3Object.name }}{% endcapture %}
<crowd-form> 
  <crowd-textract-analyze-document  

Primeros pasos con Amazon Augmented AI 2056

https://boto3.amazonaws.com/v1/documentation/api/latest/reference/services/sagemaker.html#SageMaker.Client.list_workteams
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListWorkteams.html#API_ListWorkteams_SeeAlso
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHumanTaskUi.html


Amazon SageMaker Guía para desarrolladores

      src="{{ s3_uri | grant_read_access }}"  
      initial-value="{{ task.input.selectedAiServiceResponse.blocks }}"  
      header="Review the key-value pairs listed on the right and correct them if 
 they don"t match the following document."  
      no-key-edit=""  
      no-geometry-edit=""  
      keys="{{ task.input.humanLoopContext.importantFormKeys }}"  
      block-types='["KEY_VALUE_SET"]'> 
    <short-instructions header="Instructions"> 
        <p>Click on a key-value block to highlight the corresponding key-value pair 
 in the document. 
        </p><p><br></p> 
        <p>If it is a valid key-value pair, review the content for the value. If the 
 content is incorrect, correct it. 
        </p><p><br></p> 
        <p>The text of the value is incorrect, correct it.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/correct-value-
text.png"> 
        </p><p><br></p> 
        <p>A wrong value is identified, correct it.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/correct-value.png"> 
        </p><p><br></p> 
        <p>If it is not a valid key-value relationship, choose No.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/not-a-key-value-
pair.png"> 
        </p><p><br></p> 
        <p>If you can’t find the key in the document, choose Key not found.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/key-is-not-
found.png"> 
        </p><p><br></p> 
        <p>If the content of a field is empty, choose Value is blank.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/value-is-
blank.png"> 
        </p><p><br></p> 
        <p><strong>Examples</strong></p> 
        <p>Key and value are often displayed next or below to each other. 
        </p><p><br></p> 
        <p>Key and value displayed in one line.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/sample-key-value-
pair-1.png"> 
        </p><p><br></p> 
        <p>Key and value displayed in two lines.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/sample-key-value-
pair-2.png"> 
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        </p><p><br></p> 
        <p>If the content of the value has multiple lines, enter all the text 
 without line break.  
        Include all value text even if it extends beyond the highlight box.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/multiple-
lines.png"></p> 
    </short-instructions> 
    <full-instructions header="Instructions"></full-instructions> 
  </crowd-textract-analyze-document>
</crowd-form>
"""

Amazon Rekognition – Image moderation

Para obtener más información sobre esta plantilla, consulte Ejemplo de plantilla personalizada 
para Amazon Rekognition.

template = r"""
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.image.s3Object.bucket }}/
{{ task.input.aiServiceRequest.image.s3Object.name }}{% endcapture %}

<crowd-form> 
  <crowd-rekognition-detect-moderation-labels 
    categories='[ 
      {% for label in task.input.selectedAiServiceResponse.moderationLabels %} 
        { 
          name: "{{ label.name }}", 
          parentName: "{{ label.parentName }}", 
        }, 
      {% endfor %} 
    ]' 
    src="{{ s3_uri | grant_read_access }}" 
    header="Review the image and choose all applicable categories." 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
      </style> 
      <p class="instructions">Review the image and choose all applicable categories.
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If no categories apply, choose None.

<b>Nudity</b>
Visuals depicting nude male or female person or persons

<b>Partial Nudity</b>
Visuals depicting covered up nudity, for example using hands or pose

<b>Revealing Clothes</b>
Visuals depicting revealing clothes and poses

<b>Physical Violence</b>
Visuals depicting violent physical assault, such as kicking or punching

<b>Weapon Violence</b>
Visuals depicting violence using weapons like firearms or blades, such as shooting

<b>Weapons</b>
Visuals depicting weapons like firearms and blades 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-rekognition-detect-moderation-labels>
</crowd-form>"""

Custom Integration

A continuación, se muestra un ejemplo de plantilla que se puede utilizar en una integración 
personalizada. Esta plantilla se utiliza en este cuaderno, y muestra una integración personalizada 
con Amazon Comprehend.

template = r"""
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
    <crowd-classifier 
      name="sentiment" 
      categories='["Positive", "Negative", "Neutral", "Mixed"]' 
      initial-value="{{ task.input.initialValue }}" 
      header="What sentiment does this text convey?" 
    > 
      <classification-target> 
        {{ task.input.taskObject }} 
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      </classification-target> 
       
      <full-instructions header="Sentiment Analysis Instructions"> 
        <p><strong>Positive</strong> sentiment include: joy, excitement, delight</p> 
        <p><strong>Negative</strong> sentiment include: anger, sarcasm, anxiety</p> 
        <p><strong>Neutral</strong>: neither positive or negative, such as stating a 
 fact</p> 
        <p><strong>Mixed</strong>: when the sentiment is mixed</p> 
      </full-instructions> 

      <short-instructions> 
       Choose the primary sentiment that is expressed by the text.  
      </short-instructions> 
    </crowd-classifier>
</crowd-form>
"""

Con la plantilla especificada anteriormente, puede crear una plantilla con la función
create_human_task_ui de AWS SDK for Python (Boto3). Para ver otros SDK específicos de un 
idioma, consulta la lista en CreateHumanTaskUi.

    
    response = client.create_human_task_ui( 
        HumanTaskUiName="human-task-ui-name", 
        UiTemplate={ 
            "Content": template
        } 
    )

Este elemento de respuesta contiene el ARN de la interfaz de usuario de tareas humanas. Guarde 
esto de la siguiente manera:

    humanTaskUiArn = response["HumanTaskUiArn"]

Crear un JSON para especificar las condiciones de activación

En el caso de las integraciones integradas de Amazon Textract y Amazon Rekognition, 
puede guardar las condiciones de activación en un objeto JSON y utilizarlas en su solicitud
CreateFlowDefinition.
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A continuación, seleccione una pestaña para ver ejemplos de condiciones de activación que puede 
utilizar para estas integraciones integradas. Para obtener información acerca de las opciones de 
condición de activación, consulte Esquema JSON para condiciones de activación del bucle humano 
en Amazon Augmented AI.

Amazon Textract – Key-value pair extraction

En este ejemplo, se especifican las condiciones para claves específicas (como Mail address) 
en el documento. Si la confianza de Amazon Textract supera los umbrales establecidos aquí, el 
documento se envía a una persona para que lo revise, y se le solicitarán al trabajador las claves 
específicas que iniciaron el bucle humano.

      import json   

      humanLoopActivationConditions = json.dumps( 
        { 
            "Conditions": [ 
                { 
                  "Or": [ 
                     
                    { 
                        "ConditionType": "ImportantFormKeyConfidenceCheck", 
                        "ConditionParameters": { 
                            "ImportantFormKey": "Mail address", 
                            "ImportantFormKeyAliases": ["Mail Address:","Mail 
 address:", "Mailing Add:","Mailing Addresses"], 
                            "KeyValueBlockConfidenceLessThan": 100, 
                            "WordBlockConfidenceLessThan": 100 
                        } 
                    }, 
                    { 
                        "ConditionType": "MissingImportantFormKey", 
                        "ConditionParameters": { 
                            "ImportantFormKey": "Mail address", 
                            "ImportantFormKeyAliases": ["Mail Address:","Mail 
 address:","Mailing Add:","Mailing Addresses"] 
                        } 
                    }, 
                    { 
                        "ConditionType": "ImportantFormKeyConfidenceCheck", 
                        "ConditionParameters": { 
                            "ImportantFormKey": "Phone Number", 
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                            "ImportantFormKeyAliases": ["Phone number:", "Phone 
 No.:", "Number:"], 
                            "KeyValueBlockConfidenceLessThan": 100, 
                            "WordBlockConfidenceLessThan": 100 
                        } 
                    }, 
                    { 
                      "ConditionType": "ImportantFormKeyConfidenceCheck", 
                      "ConditionParameters": { 
                        "ImportantFormKey": "*", 
                        "KeyValueBlockConfidenceLessThan": 100, 
                        "WordBlockConfidenceLessThan": 100 
                      } 
                    }, 
                    { 
                      "ConditionType": "ImportantFormKeyConfidenceCheck", 
                      "ConditionParameters": { 
                        "ImportantFormKey": "*", 
                        "KeyValueBlockConfidenceGreaterThan": 0, 
                        "WordBlockConfidenceGreaterThan": 0 
                      } 
                    } 
            ] 
        } 
            ] 
        } 
    )

Amazon Rekognition – Image moderation

Las condiciones de activación del bucle humano que se utilizan aquí se adaptan a la moderación 
de contenidos de Amazon Rekognition, y se basan en los umbrales de confianza para las 
etiquetas de moderación Suggestive y Female Swimwear Or Underwear.

        import json   

        humanLoopActivationConditions = json.dumps( 
        { 
            "Conditions": [ 
                { 
                  "Or": [ 
                    { 
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                        "ConditionType": "ModerationLabelConfidenceCheck", 
                        "ConditionParameters": { 
                            "ModerationLabelName": "Suggestive", 
                            "ConfidenceLessThan": 98 
                        } 
                    }, 
                    { 
                        "ConditionType": "ModerationLabelConfidenceCheck", 
                        "ConditionParameters": { 
                            "ModerationLabelName": "Female Swimwear Or Underwear", 
                            "ConfidenceGreaterThan": 98 
                        } 
                    } 
                  ] 
               } 
            ] 
        } 
    )

Crear un flujo de trabajo de revisión humana

En esta sección, se ofrece un ejemplo de la solicitud CreateFlowDefinition de AWS SDK 
for Python (Boto3) utilizando los recursos creados en las secciones anteriores. Para ver otros 
SDK específicos de un idioma, consulte la lista en CreateFlowDefinition. Utilice las pestañas de la 
siguiente tabla para ver las solicitudes de creación de un flujo de trabajo de revisión humana para las 
integraciones integradas de Amazon Textract y Amazon Rekognition.

Amazon Textract – Key-value pair extraction

Si utiliza la integración integrada con Amazon Textract, debe especificar "AWS/Textract/
AnalyzeDocument/Forms/V1" para "AwsManagedHumanLoopRequestSource" en
HumanLoopRequestSource.

    response = client.create_flow_definition( 
        FlowDefinitionName="human-review-workflow-name", 
        HumanLoopRequestSource={ 
            "AwsManagedHumanLoopRequestSource": "AWS/Textract/AnalyzeDocument/Forms/
V1" 
        },  
        HumanLoopActivationConfig={ 
            "HumanLoopActivationConditionsConfig": { 
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                "HumanLoopActivationConditions": humanLoopActivationConditions
            } 
        }, 
        HumanLoopConfig={ 
            "WorkteamArn": workteamArn, 
            "HumanTaskUiArn": humanTaskUiArn, 
            "TaskTitle": "Document entry review", 
            "TaskDescription": "Review the document and instructions. Complete the 
 task", 
            "TaskCount": 1, 
            "TaskAvailabilityLifetimeInSeconds": 43200, 
            "TaskTimeLimitInSeconds": 3600, 
            "TaskKeywords": [ 
                "document review", 
            ], 
        }, 
        OutputConfig={ 
            "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/prefix/", 
        }, 
        RoleArn="arn:aws:iam::<account-number>:role/<role-name>", 
        Tags=[ 
            { 
                "Key": "string", 
                "Value": "string" 
            }, 
        ] 
    )

Amazon Rekognition – Image moderation

Si utiliza la integración integrada con Amazon Rekognition, debe especificar
"AWS/Rekognition/DetectModerationLabels/Image/V3" para
"AwsManagedHumanLoopRequestSource" en HumanLoopRequestSource.

    response = client.create_flow_definition( 
        FlowDefinitionName="human-review-workflow-name", 
        HumanLoopRequestSource={ 
            "AwsManagedHumanLoopRequestSource": "AWS/Rekognition/
DetectModerationLabels/Image/V3" 
        },  
        HumanLoopActivationConfig={ 
            "HumanLoopActivationConditionsConfig": { 
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                "HumanLoopActivationConditions": humanLoopActivationConditions
            } 
        }, 
        HumanLoopConfig={ 
            "WorkteamArn": workteamArn, 
            "HumanTaskUiArn": humanTaskUiArn, 
            "TaskTitle": "Image content moderation", 
            "TaskDescription": "Review the image and instructions. Complete the 
 task", 
            "TaskCount": 1, 
            "TaskAvailabilityLifetimeInSeconds": 43200, 
            "TaskTimeLimitInSeconds": 3600, 
            "TaskKeywords": [ 
                "content moderation", 
            ], 
        }, 
        OutputConfig={ 
            "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/prefix/", 
        }, 
        RoleArn="arn:aws:iam::<account-number>:role/<role-name>", 
        Tags=[ 
            { 
                "Key": "string", 
                "Value": "string" 
            }, 
        ] 
    )

Custom Integration

Si utiliza una integración personalizada, excluya los parámetros HumanLoopRequestSource y
HumanLoopActivationConfig.

    response = client.create_flow_definition( 
        FlowDefinitionName="human-review-workflow-name", 
        HumanLoopConfig={ 
            "WorkteamArn": workteamArn, 
            "HumanTaskUiArn": humanTaskUiArn, 
            "TaskTitle": "Image content moderation", 
            "TaskDescription": "Review the image and instructions. Complete the 
 task", 
            "TaskCount": 1, 
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            "TaskAvailabilityLifetimeInSeconds": 43200, 
            "TaskTimeLimitInSeconds": 3600, 
            "TaskKeywords": [ 
                "content moderation", 
            ], 
        }, 
        OutputConfig={ 
            "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/prefix/", 
        }, 
        RoleArn="arn:aws:iam::<account-number>:role/<role-name>", 
        Tags=[ 
            { 
                "Key": "string", 
                "Value": "string" 
            }, 
        ] 
    )

Tras crear un flujo de trabajo de revisión humana, puede recuperar el ARN de definición de flujo de la 
respuesta:

    humanReviewWorkflowArn = response["FlowDefinitionArn"]     

Crear un bucle humano

La operación de API que utilice para iniciar un bucle humano dependerá de la integración de Amazon 
A2I que utilice.

• Si utiliza la integración integrada de Amazon Textract, utilizará la operación AnalyzeDocument.

• Si utiliza la integración integrada de Amazon Rekognition, utilizará la operación
DetectModerationLabels.

• Si utiliza una integración personalizada, utilizará la operación StartHumanLoop.

Seleccione el tipo de tarea en la siguiente tabla para ver ejemplos de solicitudes para Amazon 
Textract y Amazon Rekognition empleando AWS SDK for Python (Boto3).
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Amazon Textract – Key-value pair extraction

En el siguiente ejemplo, se utiliza AWS SDK for Python (Boto3) para llamar a
analyze_document en us-west-2. Sustituya el texto rojo en cursiva por sus recursos. Solo debe 
incluir el parámetro DataAttributes si utiliza la plantilla de Amazon Mechanical Turk. Para 
obtener más información, consulte la documentación de analyze_document en la documentación 
de referencia de la API AWS SDK for Python (Boto).

   response = client.analyze_document( 
         Document={"S3Object": {"Bucket": "AWSDOC-EXAMPLE-BUCKET", "Name": 
 "document-name.pdf"}, 
         HumanLoopConfig={ 
            "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
            "HumanLoopName":"human-loop-name", 
            "DataAttributes" : {ContentClassifiers:
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]} 
         } 
         FeatureTypes=["FORMS"] 
    )

Los bucles humanos solo se crean si la confianza de Amazon Textract para la tarea de análisis 
de documentos cumple las condiciones de activación que ha especificado en su flujo de 
trabajo de revisión humana. Puede comprobar el elemento response para determinar si se 
ha creado un bucle humano. Para ver todo lo que está incluido en esta respuesta, consulte
HumanLoopActivationOutput.

    if "HumanLoopArn" in analyzeDocumentResponse["HumanLoopActivationOutput"]: 
        # A human loop has been started! 
        print(f"A human loop has been started with ARN: 
 {analyzeDocumentResponse["HumanLoopActivationOutput"]["HumanLoopArn"]}"

Amazon Rekognition – Image moderation

En el siguiente ejemplo, se utiliza AWS SDK for Python (Boto3) para llamar a
detect_moderation_labels en us-west-2. Sustituya el texto rojo en cursiva por sus recursos. 
Solo debe incluir el parámetro DataAttributes si utiliza la plantilla de Amazon Mechanical 
Turk. Para obtener más información, consulte la documentación detect_moderation_labels en la
documentación de referencia de la API de AWS SDK for Python (Boto).
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   response = client.detect_moderation_labels( 
            Image={"S3Object":{"Bucket": "AWSDOC-EXAMPLE-BUCKET", "Name": "image-
name.png"}}, 
            HumanLoopConfig={ 
               "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
               "HumanLoopName":"human-loop-name", 
               "DataAttributes":{ContentClassifiers:
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]} 
             } 
    )

Los bucles humanos solo se crean si la confianza de Amazon Rekognition para la tarea de 
moderación de imagen cumple las condiciones de activación que ha especificado en su flujo 
de trabajo de revisión humana. Puede comprobar el elemento response para determinar si 
se ha creado un bucle humano. Para ver todo lo que está incluido en esta respuesta, consulte
HumanLoopActivationOutput.

    if "HumanLoopArn" in response["HumanLoopActivationOutput"]: 
        # A human loop has been started! 
        print(f"A human loop has been started with ARN: 
 {response["HumanLoopActivationOutput"]["HumanLoopArn"]}")

Custom Integration

En el siguiente ejemplo, se utiliza AWS SDK for Python (Boto3) para llamar a
start_human_loop en us-west-2. Sustituya el texto rojo en cursiva por sus recursos. Solo debe 
incluir el parámetro DataAttributes si utiliza la plantilla de Amazon Mechanical Turk. Para 
obtener más información, consulte la documentación start_human_loop en la documentación de 
referencia de la API de AWS SDK for Python (Boto).

   response = client.start_human_loop( 
        HumanLoopName= "human-loop-name", 
        FlowDefinitionArn= "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
        HumanLoopInput={"InputContent": inputContentJson}, 
        DataAttributes={"ContentClassifiers":
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]} 
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   )

En este ejemplo, se almacena el contenido de entrada en la variable inputContentJson. 
Suponga que el contenido de entrada contiene dos elementos, un blurb de texto y un sentimiento 
(como Positive, Negative o Neutral), y tiene el siguiente formato:

    inputContent = { 
        "initialValue": sentiment, 
         "taskObject": blurb 
     }

Las claves initialValue y taskObject deben corresponderse con las teclas utilizadas en 
los elementos Liquid de la plantilla de tareas del trabajador. Consulte la plantilla personalizada en
Crear una interfaz de usuario para tareas humanas para ver un ejemplo.

Para crear inputContentJson, haga lo siguiente:

    import json 
     
    inputContentJson = json.dumps(inputContent)

Cada vez que llama a start_human_loop, se inicia un bucle humano. Para comprobar el 
estado de su bucle humano, use describe_human_loop:

    human_loop_info = a2i.describe_human_loop(HumanLoopName="human_loop_name") 
    print(f"HumanLoop Status: {resp["HumanLoopStatus"]}") 
    print(f"HumanLoop Output Destination: {resp["HumanLoopOutput"]}")

Casos y ejemplos de uso de Amazon A2I

Puede usar Amazon Augmented AI a fin de incorporar una revisión humana en su flujo de trabajo 
para los tipos de tareas integradas, Amazon Textract, Amazon Rekognition o sus propias tareas 
personalizadas mediante un tipo de tarea personalizada.

Cuando crea un flujo de trabajo de revisión humana mediante uno de los tipos de tareas integrados, 
puede especificar condiciones, como umbrales de confianza, que iniciarán una revisión humana. El 
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servicio (Amazon Rekognition o Amazon Textract) crea un bucle humano en su nombre cuando se 
cumplen estas condiciones y suministra los datos de entrada directamente a Amazon A2I para el 
envío a revisores humanos. Para obtener más información sobre los tipos de tareas integrados, use 
los siguientes enlaces:

• Uso de Amazon Augmented AI con Amazon Textract

• Uso de Amazon Augmented AI con Amazon Rekognition

Cuando utiliza un tipo de tarea personalizado, crea e inicia un bucle humano mediante la API 
de tiempo de ejecución de Amazon A2I. Utilice el tipo de tarea personalizada para incorporar un 
flujo de trabajo de revisión humana con otros servicios de AWS o con su propia aplicación de ML 
personalizada.

• Para obtener más información, consulte Uso de Amazon Augmented AI con tipos de tareas 
personalizadas.

La siguiente tabla describe una variedad de casos de uso de Amazon A2I que puede explorar con 
los cuadernos de Jupyter de SageMaker. Para empezar a utilizar un cuaderno de Jupyter, siga 
las instrucciones en Use SageMaker Notebook Instance with Amazon A2I Jupyter Notebook. Para 
obtener más ejemplos, consulte este repositorio de GitHub.

Caso de uso Descripción Tipo de tarea

Uso de Amazon A2I con 
Amazon Textract

Puede hacer que trabajado 
res se encarguen de revisar 
documentos de una sola 
página para revisar pares 
clave-valor importantes, o 
puede dejar que Amazon 
Textract tome documentos 
aleatorios y se envíe desde 
su conjunto de datos a los 
trabajadores para que los 
revisen.

Integrada

Uso de Amazon A2I con 
Amazon Rekognition

Los revisores humanos 
pueden comprobar si hay 

Integrada
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Caso de uso Descripción Tipo de tarea

imágenes que no sean 
seguras y detectar contenido 
violento o para adultos 
cuando Amazon Rekognition 
devuelva una puntuación de 
confianza baja; también puede 
pedirle a Amazon Rekogniti 
on que seleccione aleatoria 
mente algunas imágenes del 
conjunto de datos y se las 
envíe a los revisores para que 
las comprueben.

Uso de Amazon A2I con 
Amazon Comprehend

Los revisores humanos 
pueden revisar las inferenci 
as de Amazon Comprehend 
sobre datos de texto, como el 
análisis de opinión, la sintaxis 
del texto y la detección de 
entidades.

Personalizado

Uso de Amazon A2I con 
Amazon Transcribe

Los revisores humanos 
pueden revisar las transcrip 
ciones de Amazon Transcribe 
de archivos de vídeo o audio. 
Use los resultados de los 
bucles de revisión humana de 
transcripciones para crear un 
vocabulario personalizado y 
mejorar las transcripciones 
futuras de contenido de vídeo 
o audio similar.

Personalizado
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Caso de uso Descripción Tipo de tarea

Uso de Amazon A2I con 
Amazon Translate

Los revisores humanos 
pueden revisar las traduccio 
nes con un nivel bajo de 
confianza que Amazon 
Translate haya devuelto.

Personalizado

Uso de Amazon A2I para 
revisar las inferencias de ML 
en tiempo real

Puede usar Amazon A2I 
para revisar las inferenci 
as de baja confianza en 
tiempo real realizadas por un 
modelo implementado en un 
punto de conexión alojado en 
SageMaker, lo que le permitirá 
entrenar al modelo de forma 
progresiva con los datos de 
salida de Amazon A2I.

Personalizado

Uso de Amazon A2I para 
revisar datos tabulares

Puede usar Amazon A2I para 
integrar un ciclo de revisión 
humana en una aplicación de 
ML que utilice datos tabulares.

Personalizado

Temas

• Use SageMaker Notebook Instance with Amazon A2I Jupyter Notebook

• Uso de Amazon Augmented AI con Amazon Textract

• Uso de Amazon Augmented AI con Amazon Rekognition

• Uso de Amazon Augmented AI con tipos de tareas personalizadas

Use SageMaker Notebook Instance with Amazon A2I Jupyter Notebook

Si dese consultar un ejemplo completo sobre cómo integrar un bucle de revisión humana de Amazon 
A2I en un flujo de trabajo de machine learning, puede usar un cuaderno de Jupyter desde este
repositorio de GitHub en una instancia de cuaderno de SageMaker.
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Para utilizar un cuaderno de ejemplo de tipo de tarea personalizada de Amazon A2I en una instancia 
de cuaderno de Amazon SageMaker:

1. Si no tiene una instancia de cuaderno de SageMaker activa, cree una siguiendo las 
instrucciones en Paso 1: Crear una instancia de Amazon SageMaker Notebook.

2. Cuando la instancia de cuaderno esté activa, elija Abrir JupyterLab, a la derecha del nombre de 
la instancia de cuaderno. JupyterLab puede tardar unos minutos en cargarse.

3. Seleccione el icono

para clonar un repositorio de GitHub en su espacio de trabajo.

4. Escriba la URL HTTPS del repositorio amazon-a2i-sample-jupyter-notebooks.

5. Elija CLONAR.

6. Abra el bloc de notas que desee ejecutar.

7. Siga las instrucciones del cuaderno para configurar el flujo de trabajo de revisión humana y el 
bucle humano y para ejecutar las celdas.

8. A fin de no incurrir en cargos innecesarios, cuando haya terminado con la demostración, 
detenga y elimine la instancia de cuaderno, así como todos los recursos (buckets de Amazon 
S3, roles de IAM y eventos de CloudWatch) creados durante el tutorial.

Uso de Amazon Augmented AI con Amazon Textract

Amazon Textract le permite agregar la detección y el análisis de texto en documentos dentro de 
sus aplicaciones. Amazon Augmented AI (Amazon A2I) se integra directamente con la operación 
de API AnalyzeDocument de Amazon Textract. Puede utilizar AnalyzeDocument para analizar 
un documento en busca de relaciones entre elementos detectados. Cuando agrega un bucle de 
revisión humana de Amazon A2I a una solicitud AnalyzeDocument, Amazon A2I supervisa los 
resultados de Amazon Textract y envía un documento a uno o más trabajadores para su revisión 
cuando se cumplen las condiciones especificadas en la definición de flujo. Por ejemplo, si desea que 
un humano revise una clave específica, como Full name:, y sus valores de entrada asociados, 
puede crear una condición de activación para iniciar una revisión humana cada vez que se detecte 
la clave Full name: o cuando la confianza de inferencia para esa clave se encuentre en un rango 
que haya especificado.

La siguiente imagen muestra el flujo de trabajo integrado de Amazon A2I con Amazon Textract. A 
la izquierda, se muestran los recursos necesarios para crear un flujo de trabajo de revisión humana 
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de Amazon Textract: un bucket de Amazon S3, condiciones de activación, una plantilla de tareas de 
proceso de trabajo y un equipo de trabajo. Estos recursos se utilizan para crear un flujo de trabajo 
de revisión humana o definición de flujo. Hay una flecha que apunta directamente al siguiente paso 
del flujo de trabajo: usar Amazon Textract para configurar un bucle humano con el flujo de trabajo 
de revisión humana. Una segunda flecha va desde este paso hacia el paso en el que se cumplen 
las condiciones de activación especificadas en el flujo de trabajo de revisión humana. Esto inicia la 
creación de un bucle humano. A la derecha de la imagen, el bucle humano se representa en tres 
pasos: 1) se generan la interfaz de usuario y las herramientas del trabajador y la tarea se pone a 
disposición de los trabajadores; 2) los trabajadores revisan los datos introducidos y 3) los resultados 
se guardan en Amazon S3.

Puede especificar el momento en el que Amazon Textract debe enviar una tarea a un trabajador 
humano para su revisión al crear un flujo de trabajo de revisión humana o una definición de flujo 
especificando las condiciones de activación.

Puede establecer las siguientes condiciones de activación cuando utilice el tipo de tarea de Amazon 
Textract:

• Iniciar una revisión humana para claves de formulario específicas basadas en la puntuación de 
confianza de clave de formulario.

• Iniciar una revisión humana cuando falten claves de formulario específicas.

• Iniciar la revisión humana para todas las claves de formulario identificadas por Amazon Textract 
con puntuaciones de confianza en un rango especificado.
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• Enviar aleatoriamente una muestra de formularios a los humanos para su revisión.

Cuando su condición de activación depende de las puntuaciones de confianza clave del formulario, 
puede utilizar dos tipos de confianza de predicción para iniciar bucles humanos.

• Confianza de identificación: la puntuación de confianza de los pares clave-valor detectados en un 
formulario.

• Confianza de calificación: la puntuación de confianza del texto contenido en la clave y el valor de 
un formulario.

Por ejemplo, en la siguiente sección, Nombre completo: Jane Doe es el par clave-valor: Nombre 
completo es la clave y Jane Doe es el valor.

Puede establecer estas condiciones de activación mediante la consola de Amazon 
SageMaker cuando cree un flujo de trabajo de revisión humana, o creando un JSON para 
condiciones de activación de bucle humano y especificándolo como entrada en el parámetro
HumanLoopActivationConditions de la operación de API CreateFlowDefinition. Para 
obtener información sobre cómo especificar las condiciones de activación en formato JSON, consulte
Esquema JSON para condiciones de activación del bucle humano en Amazon Augmented AI y
Utilizar el esquema JSON de condiciones de activación del bucle humano con Amazon Textract.

Note

Cuando utilice Augmented AI con Amazon Textract, cree recursos de Augmented AI en la 
misma región de AWS que utiliza para llamar a AnalyzeDocument.

Introducción: Integración de una revisión humana en un trabajo de documento de análisis de Amazon 
Textract

Para integrar una revisión humana en un trabajo de detección y análisis de texto de Amazon 
Textract, tiene que crear una definición de flujo y, a continuación, usar la API de Amazon Textract 
para integrar esa definición de flujo en su flujo de trabajo. Para obtener información sobre cómo crear 
una definición de flujo mediante la consola de SageMaker o la API de Augmented AI, consulte los 
temas siguientes:

• Crear un flujo de trabajo de revisión humana (consola)

• Crear un flujo de trabajo de revisión humana (API)

Casos de uso y ejemplos 2075



Amazon SageMaker Guía para desarrolladores

Una vez creada la definición de flujo, consulte Uso de Augmented AI con Amazon Textract para 
obtener información sobre cómo integrar la definición de flujo en la tarea de Amazon Textract.

Ejemplo completo sobre el uso de Amazon Textract y Amazon A2I

Para ver un ejemplo completo sobre el uso de Amazon Textract con Amazon A2I mediante la 
consola, consulte Tutorial: Introducción a la consola Amazon A2I.

Para aprender a utilizar la API de Amazon A2I a fin de crear e iniciar una revisión humana, puede 
utilizar el ejemplo Amazon Augmented AI (Amazon A2I) integration with Amazon Textract's Analyze 
Document en una instancia de cuaderno de SageMaker. Para empezar, consulte Use SageMaker 
Notebook Instance with Amazon A2I Jupyter Notebook.

Vista previa de la consola de trabajador de A2I Textract

Cuando se les asigna una tarea de revisión en un flujo de trabajo de Amazon Textract, los 
trabajadores pueden ver una interfaz de usuario similar a la siguiente:

Puede personalizar esta interfaz en la consola de SageMaker al crear la definición de revisión 
humana o al crear y utilizar una plantilla personalizada. Para obtener más información, consulte
Crear y administrar plantillas de tareas de trabajador.
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Uso de Amazon Augmented AI con Amazon Rekognition

Amazon Rekognition facilita la incorporación del análisis de imágenes a sus aplicaciones. La 
operación de API DetectModerationLabels de Amazon Rekognition se integra directamente con 
Amazon A2I para que pueda crear fácilmente un bucle humano para revisar imágenes no seguras, 
como contenido violento o explícito para adultos. Puede utilizar DetectModerationLabels
para configurar un bucle humano utilizando un ARN de definición de flujo. Gracias a esto, Amazon 
A2I puede analizar las predicciones hechas por Amazon Rekognition y enviar los resultados a un 
humano para su revisión, a fin de garantizar que cumplan con las condiciones establecidas en la 
definición de flujo.

La siguiente imagen muestra el flujo de trabajo integrado de Amazon A2I con Amazon Rekognition. A 
la izquierda, se muestran los recursos necesarios para crear un flujo de trabajo de revisión humana 
de Amazon Rekognition: un bucket de Amazon S3, condiciones de activación, una plantilla de tareas 
de trabajador y un equipo de trabajo. Estos recursos se utilizan para crear un flujo de trabajo de 
revisión humana o definición de flujo. Hay una flecha que apunta directamente al siguiente paso del 
flujo de trabajo: usar Amazon Rekognition para configurar un bucle humano con el flujo de trabajo 
de revisión humana. Una segunda flecha va desde este paso hacia el paso en el que se cumplen 
las condiciones de activación especificadas en el flujo de trabajo de revisión humana. Esto inicia la 
creación de un bucle humano. A la derecha de la imagen, el bucle humano se representa en tres 
pasos: 1) se generan la interfaz de usuario y las herramientas del trabajador y la tarea se pone a 
disposición de los trabajadores; 2) los trabajadores revisan los datos introducidos y 3) los resultados 
se guardan en Amazon S3.
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Puede establecer las siguientes condiciones de activación cuando utilice el tipo de tarea de Amazon 
Rekognition:

• Inicie la revisión humana de las etiquetas identificadas por Amazon Rekognition en función de la 
puntuación de confianza de la etiqueta.

• Envíe aleatoriamente una muestra de imágenes a los humanos para su revisión.

Puede establecer estas condiciones de activación mediante la consola de Amazon 
SageMaker cuando cree un flujo de trabajo de revisión humana, o creando un JSON para 
condiciones de activación de bucle humano y especificándolo como entrada en el parámetro
HumanLoopActivationConditions de la operación de API CreateFlowDefinition. Para 
obtener información sobre cómo especificar las condiciones de activación en formato JSON, consulte
Esquema JSON para condiciones de activación del bucle humano en Amazon Augmented AI y
Utilizar el esquema JSON de condiciones de activación del bucle humano con Amazon Rekognition.

Note

Cuando utilice Augmented AI con Amazon Rekognition, cree recursos de Augmented AI en la 
misma región de AWS que utiliza para llamar a DetectModerationLabels.

Introducción: Integración de una revisión humana en un trabajo de moderación Amazon Rekognition 
Image

Para integrar una revisión humana en Amazon Rekognition, consulte los siguientes temas:

• Crear un flujo de trabajo de revisión humana (consola)

• Crear un flujo de trabajo de revisión humana (API)

Una vez creada la definición de flujo, consulte Using Augmented AI with Amazon Rekognition para 
obtener información sobre cómo integrar la definición de flujo en la tarea de Amazon Rekognition.

Demostración completa del uso de Amazon Rekognition y Amazon A2I

Para ver un ejemplo completo sobre el uso de Amazon Rekognition con Amazon A2I mediante la 
consola, consulte Tutorial: Introducción a la consola Amazon A2I.

Para aprender a utilizar la API de Amazon A2I a fin de crear e iniciar una revisión humana, puede 
utilizar el ejemplo Amazon Augmented AI (Amazon A2I) integration with Amazon Rekognition en una 
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instancia de cuaderno de SageMaker. Para empezar, consulte Use SageMaker Notebook Instance 
with Amazon A2I Jupyter Notebook.

Vista previa de la consola de trabajador de A2I Rekognition

Cuando se les asigna una tarea de revisión en un flujo de trabajo de Amazon Rekognition, los 
trabajadores pueden ver una interfaz de usuario similar a la siguiente:

Puede personalizar esta interfaz en la consola de SageMaker al crear la definición de revisión 
humana o al crear y utilizar una plantilla personalizada. Para obtener más información, consulte
Crear y administrar plantillas de tareas de trabajador.

Uso de Amazon Augmented AI con tipos de tareas personalizadas

Puede utilizar Amazon Augmented AI (Amazon A2I) para incorporar una revisión humana (bucle 
humano) en cualquier flujo de trabajo de machine learning mediante el tipo de tarea personalizada. 
Esta opción le ofrece la mayor flexibilidad para personalizar las condiciones en las que sus objetos 
de datos se envían a personas para que los revisen, así como el aspecto y el funcionamiento de la 
interfaz de usuario del trabajador.

Cuando utiliza un tipo de tarea personalizado, crea un flujo de trabajo de revisión humana 
personalizado y especifica las condiciones en las que se envía un objeto de datos para la revisión 
humana directamente en su aplicación.
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La siguiente imagen muestra el flujo de trabajo personalizado de Amazon A2I. Se utiliza un modelo 
de ML personalizado para generar predicciones. La aplicación cliente filtra estas predicciones 
utilizando criterios definidos por el usuario y determina si es necesaria una revisión humana. Si es 
así, estas predicciones se envían a Amazon A2I para la revisión humana. Amazon A2I recopila los 
resultados de la revisión humana en Amazon S3, que obtiene acceso mediante la aplicación cliente. 
Si el filtro determina que no es necesaria una revisión humana, las predicciones se pueden enviar 
directamente a la aplicación cliente.

Utilice los procedimientos de esta página para aprender a integrar Amazon A2I en cualquier flujo de 
trabajo de machine learning mediante el tipo de tarea personalizado.

Crear un bucle humano utilizando una definición de flujo, integrarla en su aplicación y supervisar los 
resultados

1. Complete los Requisitos previos para el uso de Augmented AI de Amazon A2I. Tenga en cuenta 
lo siguiente:

• La ruta hacia el bucket o los buckets de Amazon Simple Storage Service (Amazon S3) donde 
se almacenan los datos de entrada y salida.

• El nombre de recurso de Amazon (ARN) de un rol de IAM de AWS Identity and Access 
Management con los permisos necesarios asociados.

• (Opcional) El ARN del personal privado, si tiene previsto usarlo.
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2. Con elementos HTML, cree una plantilla de trabajador personalizada que Amazon A2I utilice 
para generar la interfaz de usuario de tareas de trabajador. Para obtener información sobre 
cómo crear una plantilla personalizada, consulte Crear plantillas de tareas de trabajador 
personalizadas.

3. Utilice la plantilla de trabajador personalizada del paso 2 para generar una plantilla de tareas 
de trabajador en la consola Amazon SageMaker. Para saber cómo hacerlo, consulte Crear y 
eliminar una plantilla de tareas de trabajador.

En el siguiente paso, creará una definición de flujo:

• Si desea crear una definición de flujo mediante la API de SageMaker, tenga en cuenta el ARN 
de esta plantilla de tareas de trabajador para el siguiente paso.

• Si va a crear una definición de flujo con la consola, la plantilla aparecerá automáticamente 
en la sección Plantillas de tareas del trabajador cuando elija Crear flujo de trabajo de revisión 
humana.

4. Al crear la definición de flujo, proporcione la ruta a los buckets de S3, el ARN de rol de IAM y la 
plantilla de trabajador.

• Para aprender a crear una definición de flujo usando la API CreateFlowDefinition de 
SageMaker, consulte Crear un flujo de trabajo de revisión humana (API).

• Para aprender a crear una definición de flujo usando la consola SageMaker, consulte Crear un 
flujo de trabajo de revisión humana (consola).

5. Configure su bucle humano usando la API de tiempo de ejecución de Amazon A2I. Para saber 
cómo hacerlo, consulte Crear e iniciar un bucle humano.

6. Para controlar cuándo se inician las revisiones humanas, especifique las condiciones en las que 
se llama a StartHumanLoop en la aplicación personalizada. Las condiciones de activación 
del bucle humano, como los umbrales de confianza que inician el bucle humano, no están 
disponibles cuando se usa Amazon A2I con tipos de tareas personalizadas. Cada invocación
StartHumanLoop deriva en una revisión humana.

Una vez que haya iniciado un bucle humano, puede administrar y supervisar sus bucles utilizando 
la API de tiempo de ejecución de Amazon Augmented AI y Amazon EventBridge (también conocida 
como Eventos de Amazon CloudWatch). Para obtener más información, consulte Supervise y 
administre su bucle humano.

Casos de uso y ejemplos 2081

https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/Welcome.html


Amazon SageMaker Guía para desarrolladores

Tutorial completo sobre el uso de los tipos de tareas personalizadas de Amazon A2I

Para ver un ejemplo completo sobre cómo integrar Amazon A2I en distintos flujos de trabajo de ML, 
consulte la tabla en Casos y ejemplos de uso de Amazon A2I. Para empezar a utilizar uno de estos 
cuadernos, consulte Use SageMaker Notebook Instance with Amazon A2I Jupyter Notebook.

Crear un flujo de trabajo de revisión humana

Utilice un flujo de trabajo de revisión humana de Amazon Augmented AI (Amazon A2I), o una
definición de flujo, para especificar lo siguiente:

• Las condiciones bajo las que se llamará a su bucle humano (para los tipos de tarea integrados de 
Amazon Textract y Amazon Rekognition).

• El personal al que se envían sus tareas.

• El conjunto de instrucciones que recibirá el personal, denominado plantilla de tarea de trabajador.

• La configuración de las tareas de trabajador, lo que incluye el número de trabajadores que reciben 
una tarea y los límites de tiempo para completar las tareas.

• El lugar en el que se almacenan los datos de salida.

Puede crear un flujo de trabajo de revisión humana en la consola de SageMaker o mediante 
la operación CreateFlowDefinition de SageMaker. Puede crear una plantilla de tarea de 
trabajador con la consola para los tipos de tarea de Amazon Textract y Amazon Rekognition mientras 
crea la definición de flujo.

Important

Las condiciones de activación del bucle humano, que inician el bucle humano (por ejemplo, 
los umbrales de confianza), no están disponibles para los tipos de tareas personalizados 
de Amazon A2I. Cuando se utiliza la consola para crear una definición de flujo para un tipo 
de tarea personalizado, no se pueden especificar las condiciones de activación. Al usar la 
API de Amazon A2I a fin de crear una definición de flujo para un tipo de tarea personalizado, 
no se puede establecer el atributo HumanLoopActivationConditions del parámetro
HumanLoopActivationConditionsConfig. Para controlar cuándo se inician las 
revisiones humanas, especifique las condiciones en las que se llama a StartHumanLoop en 
la aplicación personalizada. En este caso, cada invocación StartHumanLoop deriva en una 
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revisión humana. Para obtener más información, consulte Uso de Amazon Augmented AI con 
tipos de tareas personalizadas.

Requisitos previos

Para crear una definición de flujo de trabajo de revisión humana, debe haber completado los 
requisitos previos descritos en Requisitos previos para el uso de Augmented AI.

Si utiliza la API para crear una definición de flujo para cualquier tipo de tarea, o si utiliza un tipo de 
tarea personalizado al crear una definición de flujo en la consola, deberá crear primero una plantilla 
de tarea de trabajador. Para obtener más información, consulte Crear y administrar plantillas de 
tareas de trabajador.

Si desea obtener una vista previa de la plantilla de tarea de trabajador mientras crea una definición 
de flujo para un tipo de tarea integrado en la consola, debe concederle al rol trabajador para crear 
la definición del flujo el permiso necesario para tener acceso al bucket de Amazon S3 que contiene 
los artefactos de su plantilla; para ello, use una política como la que se describe en Habilitar vistas 
previas de plantillas de tareas del trabajador .

Temas

• Crear un flujo de trabajo de revisión humana (consola)

• Crear un flujo de trabajo de revisión humana (API)

• Esquema JSON para condiciones de activación del bucle humano en Amazon Augmented AI

Crear un flujo de trabajo de revisión humana (consola)

Utilice este procedimiento para crear un flujo de trabajo de revisión humana de Amazon Augmented 
AI (Amazon A2I) usando la consola de SageMaker. Si es nuevo en Amazon A2I, le recomendamos 
que cree un equipo de trabajo privado con personas de su organización y que utilice el ARN de ese 
equipo de trabajo al crear la definición del flujo. Para obtener información sobre cómo configurar 
una fuerza de trabajo privada y crear un equipo de trabajo, consulte Creación de una fuerza laboral 
privada (consola de Amazon SageMaker). Si ya ha configurado una fuerza de trabajo privada, 
consulte Crear un equipo de trabajo con la consola de SageMaker para obtener información sobre 
cómo agregar un equipo de trabajo a esa fuerza de trabajo.

Si está utilizando Amazon A2I con uno de los tipos de tareas integrados, puede crear instrucciones 
de trabajador mediante una plantilla de tareas de trabajador predeterminada, proporcionada por 
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Augmented AI al crear un flujo de trabajo de revisión humana en la consola. Para ver ejemplos de las 
plantillas predeterminadas proporcionadas por Augmented AI, consulte los tipos de tareas integrados 
en Casos y ejemplos de uso de Amazon A2I.

Para crear definición de flujo (consola)

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, en la sección Augmented AI (IA aumentada) elija Human review 
workflows (Flujos de trabajo de revisión humana) y, a continuación, elija Create human review 
workflow (Crear flujo de trabajo de revisión humana).

3. En Overview (Información general), haga lo siguiente:

a. En Name (Nombre), introduzca un nombre de flujo de trabajo único. El nombre debe estar 
en minúsculas, ser único dentro de la región de AWS de su cuenta y puede tener hasta 63 
caracteres. Los caracteres válidos incluyen: a-z, 0-9 y - (guión).

b. En S3 location for output (Ruta de S3 de los resultados), introduzca el bucket de S3 donde 
se deben almacenar los resultados de revisión humana. El bucket debe estar ubicado en la 
misma región de AWS que el flujo de trabajo.

c. En el rol de IAM, elija el rol que tenga los permisos necesarios. Si elige un tipo de tarea 
integrado y desea obtener una vista previa de la plantilla de trabajador en la consola, 
proporcione un rol con el tipo de política asociado descrito en Habilitar vistas previas de 
plantillas de tareas del trabajador .

4. En Task type (Tipo de tarea), elija el tipo de tarea que desea que realice el trabajador humano.

5. Si ha elegido el tipo de tarea de Amazon Rekognition o Amazon Textract, especifique las 
condiciones que invocarán la revisión humana.

• Para las tareas de moderación de Amazon Rekognition Image, elija un intervalo de umbral de 
puntuación de confianza de inferencia para iniciar la revisión humana.

• Para las tareas de Amazon Textract, puede activar la revisión humana cuando falten algunas 
claves de formulario o cuando haya un nivel de confianza bajo en la detección de claves de 
formulario. También puede iniciar la revisión humana si, después de evaluar todas las claves 
de formulario en un texto, el nivel de confianza es inferior al umbral que haya especificado 
para cualquier clave. Hay dos variables que especifican los umbrales de confianza: Confianza 
de identificación y Confianza de calificación. Para obtener más información sobre estas 
variables, consulte Uso de Amazon Augmented AI con Amazon Textract.
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• Para ambos tipos de tareas, puede enviar aleatoriamente un porcentaje de objetos de datos 
(imágenes o formularios) y sus etiquetas a los humanos para su revisión.

6. Configure y especifique la plantilla de tareas para los trabajadores:

a. Si utiliza el tipo de tarea de Amazon Rekognition o Amazon Textract:

• En la sección Create template (Crear plantilla) :

• A fin de crear instrucciones para los trabajadores con la plantilla predeterminada de 
Amazon A2I para los tipos de tarea de Amazon Rekognition y Amazon Textract, elija
Crear a partir de una plantilla predeterminada.

• Si elige Build from a default template (Crear a partir de una plantilla 
predeterminada), cree las instrucciones en Worker task design (Diseño de tarea de 
trabajador).

• Proporcione un Template name (Nombre de plantilla) que sea único en la región 
de AWS en la que se encuentra.

• En la sección Instructions (Instrucciones), proporcione instrucciones detalladas 
sobre cómo completar su tarea. Para ayudar a los trabajadores a lograr una gran 
precisión, proporcione ejemplos de cómo hacerlo bien y cómo hacerlo mal.

• (Opcional) En Additional instructions (Instrucciones adicionales), proporcione a 
sus trabajadores información e instrucciones adicionales.

Para obtener información sobre cómo crear instrucciones eficaces, consulte
Creación de instrucciones correctas de trabajador.

• Para seleccionar la plantilla personalizada que ha creado, elíjala en el menú
Template (Plantilla) y proporcione una Task description (Descripción de tarea) para 
describir brevemente la tarea para sus trabajadores. Para obtener información sobre 
cómo crear una plantilla personalizada, consulte Crear y eliminar una plantilla de 
tareas de trabajador.

b. Si está utilizando el tipo de tarea personalizado:

• En la sección Plantilla de tareas del trabajador, elija la plantilla en la lista. Todas las 
plantillas que haya creado en la consola de SageMaker aparecen en esta lista. Para 
obtener información sobre cómo crear una plantilla para tipos de tareas personalizados, 
consulte Crear y administrar plantillas de tareas de trabajador.

7. (Opcional) Vista previa de la plantilla de trabajador:
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Para los tipos de tareas de Amazon Rekognition y Amazon Textract, tiene la opción de elegir Ver 
una tarea de trabajador de muestra para obtener una vista previa de la interfaz de usuario de 
tareas de trabajador.

Si está creando una definición de flujo para un tipo de tarea personalizado, puede obtener 
una vista previa de la interfaz de usuario de tareas de trabajador mediante la operación
RenderUiTemplate. Para obtener más información, consulte Vista previa de una plantilla de 
tarea de trabajador.

8. En Workers (Trabajadores), elija un tipo de personal.

9. Seleccione Create (Crear).

Pasos siguientes

Después de crear un flujo de trabajo de revisión humana, este aparece en la consola bajo Human 
review workflows (Flujos de trabajo de revisión humana). Para ver el nombre de recursos de Amazon 
(ARN) y los detalles de configuración de su definición de flujo, elija el flujo de trabajo seleccionando 
su nombre.

Si utiliza un tipo de tarea integrado, puede utilizar el ARN de definición de flujo para iniciar un bucle 
humano utilizando la API de ese servicio de AWS (por ejemplo, la API de Amazon Textract). Para 
los tipos de tareas personalizados, puede usar el ARN para iniciar un bucle humano mediante la 
API de tiempo de ejecución de Amazon Augmented AI. Para obtener más información sobre ambas 
opciones, consulte Crear e iniciar un bucle humano.

Crear un flujo de trabajo de revisión humana (API)

Para crear una definición de flujo mediante la API de SageMaker, utilice la operación
CreateFlowDefinition. Cuando haya completado los Requisitos previos para el uso de 
Augmented AI, utilice el siguiente procedimiento para descubrir cómo utilizar esta operación de la 
API.

Para obtener una descripción general de la operación CreateFlowDefinition, así como detalles 
sobre cada parámetro, consulte CreateFlowDefinition.
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Para crear una definición de flujo (API)

1. Para FlowDe#nitionName, introduzca un nombre único. El nombre debe ser único dentro de la 
región AWS en su cuenta y puede tener hasta 63 caracteres. Los caracteres válidos incluyen: a-
z, 0-9 y - (guión).

2. Para RoleArn, escriba el ARN del rol que configuró para conceder acceso a los orígenes de 
datos.

3. Para HumanLoopConfig, introduzca información sobre los trabajadores y lo que deben 
ver. Para obtener información acerca de cada parámetro de HumanLoopConfig, vea
HumanLoopConfig.

4. (Opcional) Si está utilizando un tipo de tarea integrado, proporcione condiciones que inicien un 
bucle humano en HumanLoopActivationCon#g. Para obtener información sobre cómo crear 
la entrada necesaria para el parámetro HumanLoopActivationCon#g, consulte Esquema 
JSON para condiciones de activación del bucle humano en Amazon Augmented AI. Si no 
especifica condiciones aquí, al proporcionar una definición de flujo para el servicio de AWS 
asociado a un tipo de tarea integrado (como Amazon Textract o Amazon Rekognition), ese 
servicio enviará todas las tareas a un trabajador humano para que las revise.

Si está utilizando un tipo de tarea personalizado, HumanLoopActivationConfig está 
deshabilitado. Para saber cómo controlar cuándo se envían tareas a trabajadores humanos 
mediante un tipo de tarea personalizado, consulte Uso de Amazon Augmented AI con tipos de 
tareas personalizadas.

5. (Opcional) Si utiliza un tipo de tarea integrado, especifique el origen de integración (por ejemplo, 
Amazon Rekognition o Amazon Textract) en el parámetro HumanLoopRequestSource.

6. En el caso de OutputConfig, indique en qué lugar de Amazon Simple Storage Service 
(Amazon S3) desea almacenar la salida del bucle humano.

7. (Opcional) Utilice Tags para introducir pares clave-valor que le ayuden a clasificar y organizar 
una definición de flujo. Cada etiqueta consta de una clave y un valor, ambos definidos por el 
usuario.

Amazon Textract – Key-value pair extraction

Lo que sigue es un ejemplo de solicitud para crear un flujo de trabajo de revisión humana de 
Amazon Textract (definición de flujo) mediante AWS SDK for Python (Boto3). A fin de crear un 
bucle humano de Amazon Textract, debe usar 'AWS/Textract/AnalyzeDocument/Forms/
V1'. Solo debe incluir PublicWorkforceTaskPrice si utiliza la plantilla de Mechanical Turk.
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sagemaker_client = boto3.client('sagemaker', aws_region)

response = sagemaker_client.create_flow_definition( 
    FlowDefinitionName='ExampleFlowDefinition', 
    HumanLoopRequestSource={ 
         'AwsManagedHumanLoopRequestSource': 'AWS/Textract/AnalyzeDocument/Forms/V1' 
    },  
    HumanLoopActivationConfig={ 
        'HumanLoopActivationConditionsConfig': { 
            'HumanLoopActivationConditions': '{...}' 
        } 
    }, 
    HumanLoopConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:aws_region:aws_account_number:workteam/
private-crowd/workteam_name', 
        'HumanTaskUiArn': 'arn:aws:sagemaker:aws_region:aws_account_number:human-
task-ui/template_name', 
        'TaskTitle': 'Example task title', 
        'TaskDescription': 'Example task description.', 
        'TaskCount': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskKeywords': [ 
            'Keyword1','Keyword2' 
        ], 
        'PublicWorkforceTaskPrice': { 
            'AmountInUsd': { 
                'Dollars': 123, 
                'Cents': 123, 
                'TenthFractionsOfACent': 123
            } 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/', 
        'KmsKeyId': '1234abcd-12ab-34cd-56ef-1234567890ab' 
    }, 
    RoleArn='arn:aws:iam::aws_account_number:role/role_name', 
    Tags=[ 
        { 
            'Key': 'KeyName', 
            'Value': 'ValueName' 
        }, 
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    ]
)

Amazon Rekognition – Image moderation

Lo que sigue es un ejemplo de solicitud para crear un flujo de trabajo de revisión humana 
de Amazon Rekognition (definición de flujo) mediante AWS SDK for Python (Boto3). A fin 
de crear una definición de flujo de Amazon Rekognition, debe usar 'AWS/Rekognition/
DetectModerationLabels/Image/V3'. Solo debe incluir PublicWorkforceTaskPrice si 
utiliza la plantilla de Mechanical Turk.

sagemaker_client = boto3.client('sagemaker', aws_region)

response = sagemaker_client.create_flow_definition( 
    FlowDefinitionName='ExampleFlowDefinition', 
    HumanLoopRequestSource={ 
         'AwsManagedHumanLoopRequestSource': 'AWS/Rekognition/
DetectModerationLabels/Image/V3' 
    },  
    HumanLoopActivationConfig={ 
        'HumanLoopActivationConditionsConfig': { 
            'HumanLoopActivationConditions': '{...}' 
        } 
    }, 
    HumanLoopConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:aws_region:aws_account_number:workteam/
private-crowd/workteam_name', 
        'HumanTaskUiArn': 'arn:aws:sagemaker:aws_region:aws_account_number:human-
task-ui/template_name', 
        'TaskTitle': 'Example task title', 
        'TaskDescription': 'Example task description.', 
        'TaskCount': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskKeywords': [ 
            'Keyword1','Keyword2' 
        ], 
        'PublicWorkforceTaskPrice': { 
            'AmountInUsd': { 
                'Dollars': 123, 
                'Cents': 123, 
                'TenthFractionsOfACent': 123
            } 
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        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/', 
        'KmsKeyId': '1234abcd-12ab-34cd-56ef-1234567890ab' 
    }, 
    RoleArn='arn:aws:iam::aws_account_number:role/role_name', 
    Tags=[ 
        { 
            'Key': 'KeyName', 
            'Value': 'ValueName'
        }, 
    ]
)

Custom Workflow

Lo que sigue es un ejemplo de solicitud para crear un flujo de trabajo de revisión humana 
(definición de flujo) para una integración personalizada. Para crear este tipo de flujo de trabajo de 
revisión humana, omita HumanLoopRequestSource en la solicitud de definición del flujo. Solo 
debe incluir PublicWorkforceTaskPrice si utiliza la plantilla de Mechanical Turk.

sagemaker_client = boto3.client('sagemaker', aws_region)

response = sagemaker_client.create_flow_definition( 
    FlowDefinitionName='ExampleFlowDefinition', 
    HumanLoopActivationConfig={ 
        'HumanLoopActivationConditionsConfig': { 
            'HumanLoopActivationConditions': '{...}' 
        } 
    }, 
    HumanLoopConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:aws_region:aws_account_number:workteam/
private-crowd/workteam_name', 
        'HumanTaskUiArn': 'arn:aws:sagemaker:aws_region:aws_acount_number:human-
task-ui/template_name', 
        'TaskTitle': 'Example task title', 
        'TaskDescription': 'Example task description.', 
        'TaskCount': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskKeywords': [ 
            'Keyword1','Keyword2' 
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        ], 
        'PublicWorkforceTaskPrice': { 
            'AmountInUsd': { 
                'Dollars': 123, 
                'Cents': 123, 
                'TenthFractionsOfACent': 123
            } 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/', 
        'KmsKeyId': '1234abcd-12ab-34cd-56ef-1234567890ab' 
    }, 
    RoleArn='arn:aws:iam::account_number:role/role_name', 
    Tags=[ 
        { 
            'Key': 'KeyName', 
            'Value': 'ValueName'
        }, 
    ]
)

Pasos siguientes

El valor devuelto de una llamada exitosa de la operación de la API CreateFlowDefinition es una 
definición de flujo de nombre de recurso de Amazon (ARN).

Si utiliza un tipo de tarea integrado, puede utilizar el ARN de definición de flujo para iniciar un bucle 
humano utilizando la API de ese servicio de AWS (es decir, la API de Amazon Textract). Para los 
tipos de tareas personalizados, puede usar el ARN para iniciar un bucle humano mediante la API 
de tiempo de ejecución de Amazon Augmented AI. Para obtener más información sobre estas dos 
opciones, consulte Crear e iniciar un bucle humano.

Esquema JSON para condiciones de activación del bucle humano en Amazon 
Augmented AI

HumanLoopActivationConditions es un parámetro de entrada de la API
CreateFlowDefinition. Este parámetro es una cadena con formato JSON. El JSON 
modela las condiciones en las que se creará un bucle humano cuando esas condiciones 
se comparan con la respuesta de una API de servicio de IA de integración (como
Rekognition.DetectModerationLabels o Textract.AnalyzeDocument). Esta respuesta se 
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conoce como una inferencia. Por ejemplo, Amazon Rekognition envía una inferencia de una etiqueta 
de moderación con una puntuación de confianza asociada. En este ejemplo, la inferencia es la mejor 
estimación del modelo de la etiqueta adecuada para una imagen. Para Amazon Textract, se hace 
una inferencia sobre la asociación entre bloques de texto (pares clave-valor), como la asociación 
entre Name: y Sue en un formulario, así como el contenido dentro de un bloque de texto, o bloque de 
palabras, como “Nombre”.

A continuación se muestra el esquema para el JSON. En el nivel superior,
HumanLoopActivationConditions tiene una matriz JSON, Conditions. Cada miembro de 
esta matriz es una condición independiente que, si se evalúa como true, dará como resultado que 
Amazon A2I cree un bucle humano. Cada condición independiente puede ser una condición simple o 
compleja. Una condición simple tiene los siguientes atributos:

• ConditionType: este atributo identifica el tipo de condición. Cada API de servicio de IA de AWS 
que se integra con Amazon A2I define su propio conjunto de ConditionTypes permitidas.

• Rekognition DetectModerationLabels: esta API admite los valores
ModerationLabelConfidenceCheck y Sampling de ConditionType.

• Textract AnalyzeDocument: esta API admite los valores
ImportantFormKeyConfidenceCheck, MissingImportantFormKey y Sampling de
ConditionType.

• ConditionParameters: un objeto JSON que parametriza la condición. El conjunto de atributos 
permitidos de este objeto depende del valor de ConditionType. Cada ConditionType define 
su propio conjunto de ConditionParameters.

Un miembro de la matriz Conditions puede modelar una condición compleja. Esto se logra 
conectando lógicamente las condiciones simples con los operadores lógicos And y Or y anidando las 
condiciones simples subyacentes. Se admiten hasta dos niveles de anidamiento.

{ 
    "$schema": "http://json-schema.org/draft-07/schema#", 
    "definitions": { 
        "Condition": { 
            "type": "object", 
            "properties": { 
                "ConditionType": { 
                    "type": "string" 
                }, 
                "ConditionParameters": { 
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                    "type": "object" 
                } 
            }, 
            "required": [ 
                "ConditionType" 
            ] 
        }, 
        "OrConditionArray": { 
            "type": "object", 
            "properties": { 
                "Or": { 
                    "type": "array", 
                    "minItems": 2, 
                    "items": { 
                        "$ref": "#/definitions/ComplexCondition" 
                    } 
                } 
            } 
        }, 
        "AndConditionArray": { 
            "type": "object", 
            "properties": { 
                "And": { 
                    "type": "array", 
                    "minItems": 2, 
                    "items": { 
                        "$ref": "#/definitions/ComplexCondition" 
                    } 
                } 
            } 
        }, 
        "ComplexCondition": { 
            "anyOf": [ 
                { 
                    "$ref": "#/definitions/Condition" 
                }, 
                { 
                    "$ref": "#/definitions/OrConditionArray" 
                }, 
                { 
                    "$ref": "#/definitions/AndConditionArray" 
                } 
            ] 
        } 
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    }, 
    "type": "object", 
    "properties": { 
        "Conditions": { 
            "type": "array", 
            "items": { 
                "$ref": "#/definitions/ComplexCondition" 
            } 
        } 
    }
}

Note

Las condiciones de activación de bucle humano no están disponibles para flujos de 
trabajo de revisión humana integrados con tipos de tareas personalizados. El parámetro
HumanLoopActivationConditions está deshabilitado para los tipos de tareas 
personalizados.

Temas

• Utilizar el esquema JSON de condiciones de activación del bucle humano con Amazon Textract

• Utilizar el esquema JSON de condiciones de activación del bucle humano con Amazon 
Rekognition

Utilizar el esquema JSON de condiciones de activación del bucle humano con Amazon Textract

Cuando se utiliza con Amazon A2I, la operación AnalyzeDocument admite las siguientes entradas 
en el parámetro ConditionType:

• ImportantFormKeyConfidenceCheck: utilice esta condición para crear un bucle humano 
cuando la confianza de la inferencia esté dentro de un rango específico para las claves del 
formulario del documento y los bloques de palabras. Una clave de formulario es cualquier palabra 
de un documento que está asociada a una entrada. La entrada se denomina valor. Juntos, las 
claves de formulario y los valores se denominan pares clave-valor. Un bloque de palabras hace 
referencia a las palabras que Amazon Textract reconoce dentro de un bloque de texto detectado. 
Para obtener más información sobre los bloques de documentos en Amazon Textract, consulte 
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la información sobre bloques de documentos y objetos en la Guía de desarrollador de Amazon 
Textract.

• MissingImportantFormKey: utilice esta condición para crear un bucle humano cuando Amazon 
Textract no haya identificado la clave o sus alias asociados en el documento.

• Sampling: utilice esta condición para especificar el porcentaje de formularios que se enviarán 
a personas para que los revisen, independientemente de las puntuaciones de confianza de las 
inferencias. Utilice esta condición para hacer lo siguiente:

• Auditar su modelo de machine learning mediante el muestreo aleatorio de todos los formularios 
analizados por el modelo y el envío de un porcentaje especificado a los humanos para su 
revisión.

• Con la condición ImportantFormKeyConfidenceCheck, muestrear aleatoriamente 
un porcentaje de las inferencias que cumplían las condiciones especificadas en
ImportantFormKeyConfidenceCheck para iniciar un bucle humano y enviar solo el 
porcentaje especificado a los humanos para su revisión.

Note

Si envía la misma solicitud a AnalyzeDocument varias veces, el resultado de Sampling
no cambiará para la inferencia de esa entrada. Por ejemplo, si hace una solicitud
AnalyzeDocument una vez y Sampling no activa un bucle humano, las solicitudes 
posteriores a AnalyzeDocument con la misma configuración no activarán un bucle humano.

Entradas y resultados de ImportantFormKeyConfidenceCheck

El ConditionType de ImportantFormKeyConfidenceCheck admite los siguientes
ConditionParameters:

• ImportantFormKey: una cadena que representa una clave en un par clave-valor detectado por 
Amazon Textract y que debe ser revisada por trabajadores humanos. Si el valor de este parámetro 
es el valor catch-all especial (*), se considera que todas las claves coinciden con la condición. 
Puede usar esto para modelar un caso en el que cualquier par clave-valor que satisfaga ciertos 
umbrales de confianza necesita revisión humana.

• ImportantFormKeyAliases: una matriz que representa grafías alternativas o equivalentes 
lógicas para la clave de formulario importante.

• KeyValueBlockConfidenceEquals
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• KeyValueBlockConfidenceLessThan

• KeyValueBlockConfidenceLessThanEquals

• KeyValueBlockConfidenceGreaterThan

• KeyValueBlockConfidenceGreaterThanEquals

• WordBlockConfidenceEquals

• WordBlockConfidenceLessThan

• WordBlockConfidenceLessThanEquals

• WordBlockConfidenceGreaterThan

• WordBlockConfidenceGreaterThanEquals

Cuando se utiliza el ConditionType ImportantFormKeyConfidenceCheck, Amazon A2I envía 
las inferencias de bloque clave-valor y de bloque de palabras en los bloques clave-valor y los alias 
asociados especificados en ImportantFormKey y ImportantFormKeyAliases para la revisión 
humana.

Al crear una definición de flujo, si utiliza la plantilla de tarea de trabajador predeterminada 
que se proporciona en la sección Flujos de trabajo de revisión humana de la consola de 
Amazon SageMaker, las inferencias de clave-valor y bloque enviadas para la revisión 
humana por esta condición de activación se incluyen en la interfaz de usuario del trabajador. 
Si utiliza una plantilla de tarea de trabajador personalizada, tiene que incluir el elemento
{{ task.input.selectedAiServiceResponse.blocks }} a fin de incluir datos de 
entrada de valor inicial (inferencias) desde Amazon Textract. Para ver un ejemplo de una plantilla 
personalizada que utiliza este elemento de entrada, consulte Ejemplo de plantilla personalizada para 
Amazon Textract.

Entradas y resultados de MissingImportantFormKey

El ConditionType de MissingImportantFormKey admite los siguientes
ConditionParameters:

• ImportantFormKey: una cadena que representa una clave en un par clave-valor detectado por 
Amazon Textract y que debe ser revisada por trabajadores humanos.

• ImportantFormKeyAliases: una matriz que representa grafías alternativas o equivalentes 
lógicas para la clave de formulario importante.
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Cuando utilice el ConditionType MissingImportantFormKey, si la clave en
ImportantFormKey o los alias en ImportantFormKeyAliases no están incluidos en la 
inferencia de Amazon Textract, ese formulario se enviará a un humano para su revisión y no se 
incluirán pares clave-valor predichos. Por ejemplo, si Amazon Textract solo identifica Address
y Phone en un formulario, pero le falta el Name de ImportantFormKey (en el tipo de condición
MissingImportantFormKey), ese formulario se enviaría a los humanos para su revisión sin que 
se detectara ninguna de las claves de formulario (Address y Phone).

Si utiliza la plantilla de tarea de trabajador predeterminada que se proporciona en la 
consola de SageMaker, se creará una tarea para que los trabajadores identifiquen 
la clave en ImportantFormKey y en el valor asociado. Si utiliza una plantilla de 
tarea de trabajador personalizada, tiene que incluir el elemento HTML personalizado
<task.input.humanLoopContext> para configurar esta tarea.

Entradas y resultados de muestreo

El ConditionType Sampling admite los ConditionParameters
RandomSamplingPercentage. La entrada en RandomSamplingPercentage debe ser un 
número real entre 0,01 y 100. Este número representa el porcentaje de datos que califican para una 
revisión humana y que se envían a humanos para que los revisen. Si utiliza la condición Sampling
sin ninguna otra condición, este número representa el porcentaje de todas las inferencias resultantes 
realizadas por la operación AnalyzeDocument a partir de una única solicitud que se enviará a los 
humanos para que la revisen.

Si especifica la condición Sampling sin ningún otro tipo de condición, todas las inferencias clave-
valor y bloque se envían a los trabajadores para su revisión.

Al crear una definición de flujo, si utiliza la plantilla de tarea de trabajo predeterminada 
que se proporciona en la sección Flujos de trabajo de revisión humana de la consola de 
SageMaker, todas las inferencias clave-valor y bloque enviadas para revisión humana 
por esta condición de activación se incluyen en la interfaz de usuario del trabajador. Si 
utiliza una plantilla de tarea de trabajador personalizada, tiene que incluir el elemento
{{ task.input.selectedAiServiceResponse.blocks }} a fin de incluir datos de 
entrada de valor inicial (inferencias) desde Amazon Textract. Para ver un ejemplo de una plantilla 
personalizada que utiliza este elemento de entrada, consulte Ejemplo de plantilla personalizada para 
Amazon Textract.
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Ejemplos

Aunque solo debe evaluarse como true una condición para desencadenar un bucle humano, 
Amazon A2I evaluará todas las condiciones de cada objeto analizado por Amazon Textract. A los 
revisores humanos se les solicita que revisen las claves de formulario importantes de todas las 
condiciones que se evalúan como true.

Ejemplo 1: detectar claves de formulario importantes con puntuaciones de confianza en un rango 
especificado que inicia un bucle humano

A continuación, se muestra un ejemplo de un JSON HumanLoopActivationConditions que 
inicia un bucle humano si se cumple cualquiera de las tres condiciones siguientes:

• La API AnalyzeDocument de Amazon Textract devuelve un par clave-valor cuya clave es
Employee Name, Name o EmployeeName, la confianza del bloque clave-valor es menor de 60 y 
la de los bloques de palabras que componen la clave y el valor es menor de 85.

• La API AnalyzeDocument de Amazon Textract devuelve un par clave-valor cuya clave es Pay 
Date, PayDate, DateOfPay o pay-date, la confianza del bloque clave-valor es menor de 65 y la 
de los bloques de palabras que componen la clave y el valor es menor de 85.

• La API AnalyzeDocument de Amazon Textract devuelve un par clave-valor cuya clave es Gross 
Pay, GrossPay o GrossAmount, la confianza del bloque clave-valor es menor de 60 y la de los 
bloques de palabras que componen la clave y el valor es menor de 85.

{ 
    "Conditions": [ 
        { 
            "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Employee Name", 
                "ImportantFormKeyAliases": [ 
                     "Name", 
                     "EmployeeName"
                ], 
                "KeyValueBlockConfidenceLessThan": 60, 
                "WordBlockConfidenceLessThan": 85 
            } 
        }, 
        { 
            "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
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                "ImportantFormKey": "Pay Date", 
                "ImportantFormKeyAliases": [ 
                    "PayDate", 
                    "DateOfPay", 
                    "pay-date" 
                ], 
                "KeyValueBlockConfidenceLessThan": 65, 
                "WordBlockConfidenceLessThan": 85 
            } 
        }, 
        { 
            "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Gross Pay", 
                "ImportantFormKeyAliases": [ 
                    "GrossPay", 
                    "GrossAmount" 
                ], 
                "KeyValueBlockConfidenceLessThan": 60, 
                "WordBlockConfidenceLessThan": 85 
            } 
        } 
    ]
}

Ejemplo 2: uso de ImportantFormKeyConfidenceCheck

En el siguiente ejemplo, si Amazon Textract detecta un par clave-valor cuya confianza para el bloque 
clave-valor es menor de 60 y menor de 90 para cualquier bloque de palabras subyacente, se crea 
un bucle humano. Se pide a los revisores humanos que revisen todos los pares clave-valor de forma 
que coincidan con las comparaciones de valor de confianza.

{ 
    "Conditions": [ 
        { 
            "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "*", 
                "KeyValueBlockConfidenceLessThan": 60, 
                "WordBlockConfidenceLessThan": 90 
            } 
        } 
    ]
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}

Ejemplo 3: Usar muestreo

En el siguiente ejemplo, el 5 % de las inferencias resultantes de una solicitud AnalyzeDocument
de Amazon Textract serán enviadas a trabajadores humanos para que las revisen. Todos los pares 
clave-valor detectados y devueltos por Amazon Textract se envían a los trabajadores para su 
revisión.

{ 
  "Conditions": [ 
    { 
      "ConditionType": "Sampling", 
      "ConditionParameters": { 
        "RandomSamplingPercentage": 5 
      } 
    } 
  ]
}

Ejemplo 4: uso de MissingImportantFormKey

En el siguiente ejemplo, si Mailing Address o su alias (Mailing Address:) no se encuentran 
en las claves detectadas por Amazon Textract, se inicia una revisión humana. Cuando se utiliza 
la plantilla de tarea de trabajo predeterminada, la interfaz de usuario del trabajador pedirá a los 
trabajadores que identifiquen la clave Mailing Address o Mailing Address: y su valor 
asociado.

{ 
    "ConditionType": "MissingImportantFormKey", 
    "ConditionParameters": { 
        "ImportantFormKey": "Mailing Address", 
        "ImportantFormKeyAliases": ["Mailing Address:"] 
    }
}

Ejemplo 5: uso del muestreo y de ImportantFormKeyConfidenceCheck con el operadorAnd

En este ejemplo, se envía para la revisión de los trabajadores el 5 % de los pares clave-valor 
detectados por Amazon Textract cuya clave sea Pay Date, PayDate, DateOfPay o pay-date y 
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cuyos niveles de confianza sean los siguientes: la confianza del bloque clave-valor es inferior a 65 y 
las confianzas de cada uno de los bloques de palabras que componen la clave y el valor es inferior a 
85.

{ 
  "Conditions": [ 
    { 
      "And": [ 
        { 
          "ConditionType": "Sampling", 
          "ConditionParameters": { 
            "RandomSamplingPercentage": 5 
          } 
        }, 
        { 
          "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Pay Date", 
                "ImportantFormKeyAliases": [ 
                    "PayDate", 
                    "DateOfPay", 
                    "pay-date" 
                ], 
                "KeyValueBlockConfidenceLessThan": 65, 
                "WordBlockConfidenceLessThan": 85 
            } 
        } 
      ] 
    } 
  ]
}

Ejemplo 6: uso del muestreo y de ImportantFormKeyConfidenceCheck con el operador And

Utilice este ejemplo para configurar el flujo de trabajo de revisión humana para enviar siempre 
inferencias de baja confianza de un par clave-valor especificado para revisión humana e inferencias 
de alta confianza de un par clave-valor a una velocidad especificada.

En el siguiente ejemplo, la revisión humana se inicia de una de las siguientes maneras:

• Los pares clave-valor detectados cuya clave sea Pay Date, PayDate, DateOfPay, o pay-date
y cuya confianza de clave-valor y bloques de palabras sea menor de 60 serán enviados a revisión 
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humana. Sólo se envían la clave de formulario Pay Date (y sus alias) y los valores asociados a 
los trabajadores para que los revisen.

• El 5 % de los pares clave-valor detectados cuya clave sea Pay Date, PayDate, DateOfPay o
pay-date y cuya confianza de clave-valor y bloque de palabras sea mayor de 90 serán enviados 
a revisión humana. Sólo se envían la clave de formulario Pay Date (y sus alias) y los valores 
asociados a los trabajadores para que los revisen.

{ 
  "Conditions": [ 
    { 
      "Or": [ 
       { 
          "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Pay Date", 
                "ImportantFormKeyAliases": [ 
                    "PayDate", 
                    "DateOfPay", 
                    "pay-date" 
                ], 
                "KeyValueBlockConfidenceLessThan": 60, 
                "WordBlockConfidenceLessThan": 60 
            } 
        }, 
        { 
            "And": [ 
                { 
                    "ConditionType": "Sampling", 
                    "ConditionParameters": { 
                        "RandomSamplingPercentage": 5 
                    } 
                }, 
                { 
                    "ConditionType": "ImportantFormKeyConfidenceCheck", 
                        "ConditionParameters": { 
                            "ImportantFormKey": "Pay Date", 
                            "ImportantFormKeyAliases": [ 
                                "PayDate", 
                                "DateOfPay", 
                                "pay-date" 
                        ], 
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                        "KeyValueBlockConfidenceLessThan": 90 
                        "WordBlockConfidenceGreaterThan": 90 
                    } 
                } 
            ] 
        } 
      ] 
    } 
  ]
}

Ejemplo 7: uso del muestreo y de ImportantFormKeyConfidenceCheck con el operador Or

En el siguiente ejemplo, la operación AnalyzeDocument de Amazon Textract devuelve un par 
clave-valor cuya clave es Pay Date, PayDate, DateOfPay o pay-date; la confianza del bloque 
clave-valor es menor de 65 y la de los bloques de palabras que componen la clave y el valor es 
menor de 85. Además, el 5 % de todos los demás formularios inicia un bucle humano. En cada 
formulario elegido aleatoriamente, todos los pares clave-valor detectados para ese formulario se 
enviarán a personas para que los revisen.

{ 
  "Conditions": [ 
    { 
      "Or": [ 
        { 
          "ConditionType": "Sampling", 
          "ConditionParameters": { 
            "RandomSamplingPercentage": 5 
          } 
        }, 
        { 
           "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Pay Date", 
                "ImportantFormKeyAliases": [ 
                    "PayDate", 
                    "DateOfPay", 
                    "pay-date" 
                ], 
                "KeyValueBlockConfidenceLessThan": 65, 
                "WordBlockConfidenceLessThan": 85 
            } 
          } 
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        } 
      ] 
    } 
  ]
}

Utilizar el esquema JSON de condiciones de activación del bucle humano con Amazon Rekognition

Cuando se utiliza con Amazon A2I, la operación DetectModerationLabels de Amazon 
Rekognition admite las siguientes entradas en el parámetro ConditionType:

• ModerationLabelConfidenceCheck: utilice este tipo de condición para crear un bucle humano 
cuando la confianza de inferencia sea baja para una o más etiquetas especificadas.

• Sampling: use esta condición para especificar un porcentaje de todas las inferencias que se 
enviarán a los humanos para su revisión. Utilice esta condición para hacer lo siguiente:

• Auditar su modelo de machine learning mediante el muestreo aleatorio de todas las inferencias 
del modelo y el envío de un porcentaje especificado a los humanos para su revisión.

• Con la condición ModerationLabelConfidenceCheck, muestrear aleatoriamente 
un porcentaje de las inferencias que cumplían las condiciones especificadas en
ModerationLabelConfidenceCheck para iniciar un bucle humano y enviar solo el porcentaje 
especificado a los humanos para su revisión.

Note

Si envía la misma solicitud a DetectModerationLabels varias veces, el resultado 
de Sampling no cambiará para la inferencia de esa entrada. Por ejemplo, si hace una 
solicitud DetectModerationLabels una vez y Sampling no activa un bucle humano, 
las solicitudes posteriores a DetectModerationLabels con la misma configuración no 
activarán un bucle humano.

Al crear una definición de flujo, si utiliza la plantilla de tarea de trabajo predeterminada que 
se proporciona en la sección Flujos de trabajo de revisión humana de la consola de Amazon 
SageMaker, las inferencias enviadas para revisión humana por estas condiciones de activación 
se incluyen en la interfaz de usuario del trabajador cuando un trabajador abre la tarea. Si utiliza 
una plantilla de tarea de trabajador personalizada, debe incluir el elemento HTML personalizado
<task.input.selectedAiServiceResponse.blocks> para acceder a estas inferencias. Para 
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obtener un ejemplo de una plantilla personalizada que utiliza este elemento HTML, consulte Ejemplo 
de plantilla personalizada para Amazon Rekognition.

Entradas de ModerationLabelConfidenceCheck

Para el ConditionType ModerationLabelConfidenceCheck, se admiten los siguientes
ConditionParameters:

• ModerationLabelName: el nombre exacto (distingue entre mayúsculas y minúsculas) de 
un ModerationLabel detectado por la operación DetectModerationLabels de Amazon 
Rekognition. Puede especificar el valor «catch-all» especial (*) para indicar cualquier etiqueta de 
moderación.

• ConfidenceEquals

• ConfidenceLessThan

• ConfidenceLessThanEquals

• ConfidenceGreaterThan

• ConfidenceGreaterThanEquals

Cuando se utiliza el ModerationLabelConfidenceCheck ConditionType, Amazon 
A2I envía a revisión humana las inferencias de etiqueta para las etiquetas especificadas en
ModerationLabelName.

Entradas de muestreo

El ConditionType Sampling admite los ConditionParameters
RandomSamplingPercentage. La entrada para el parámetro RandomSamplingPercentage
debe ser un número real entre 0,01 y 100. Este número representa el porcentaje de inferencias 
que califican para una revisión humana que se envían a los humanos para su revisión. Si utiliza la 
condición Sampling sin ninguna otra condición, este número representa el porcentaje de todas 
las inferencias que resultan de una sola solicitud DetectModerationLabel que se envían a los 
humanos para su revisión.

Ejemplos

Ejemplo 1: uso de ModerationLabelConfidenceCheck con el operador And

El siguiente ejemplo de una condición HumanLoopActivationConditions activa un bucle 
humano cuando se cumplen una o varias de las condiciones siguientes:
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• Amazon Rekognition detecta la etiqueta de moderación Graphic Male Nudity con una 
confianza de entre 90 y 99.

• Amazon Rekognition detecta la etiqueta de moderación Graphic Female Nudity con una 
confianza de entre 80 y 99.

Tenga en cuenta que se emplean los operadores lógicos Or y And para modelar esta lógica.

Aunque solo una de las dos condiciones bajo el operador Or se tiene que evaluar como true para 
que se cree un bucle humano, en realidad, Amazon Augmented AI evalúa todas las condiciones. Se 
pide a los revisores humanos que revisen las etiquetas de moderación de todas las condiciones que 
se han evaluado como true.

{ 
     "Conditions": [{ 
         "Or": [{ 
                 "And": [{ 
                         "ConditionType": "ModerationLabelConfidenceCheck", 
                         "ConditionParameters": { 
                             "ModerationLabelName": "Graphic Male Nudity", 
                             "ConfidenceLessThanEquals": 99 
                         } 
                     }, 
                     { 
                         "ConditionType": "ModerationLabelConfidenceCheck", 
                         "ConditionParameters": { 
                             "ModerationLabelName": "Graphic Male Nudity", 
                             "ConfidenceGreaterThanEquals": 90 
                         } 
                     } 
                 ] 
             }, 
             { 
                 "And": [{ 
                         "ConditionType": "ModerationLabelConfidenceCheck", 
                         "ConditionParameters": { 
                             "ModerationLabelName": "Graphic Female Nudity", 
                             "ConfidenceLessThanEquals": 99 
                         } 
                     }, 
                     { 
                         "ConditionType": "ModerationLabelConfidenceCheck", 
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                         "ConditionParameters": { 
                             "ModerationLabelName": "Graphic Female Nudity", 
                             "ConfidenceGreaterThanEquals": 80 
                         } 
                     } 
                 ] 
             } 
         ] 
     }]
}

Ejemplo 2: uso de ModerationLabelConfidenceCheck con el valor capturar todos (*)

En el siguiente ejemplo, si se detecta una etiqueta de moderación con una confianza igual o superior 
a 75, se activa un bucle humano. Se pide a los revisores humanos que revisen todas las etiquetas de 
moderación con puntuaciones de confianza mayores o iguales a 75.

{ 
    "Conditions": [ 
        { 
            "ConditionType": "ModerationLabelConfidenceCheck", 
            "ConditionParameters": { 
                "ModerationLabelName": "*", 
                "ConfidenceGreaterThanEquals": 75 
            } 
        } 
    ]
}

Ejemplo 3: Usar muestreo

En el siguiente ejemplo, el 5 % de las inferencias de Amazon Rekognition de una solicitud
DetectModerationLabels serán enviadas a trabajadores humanos. Cuando se utiliza la plantilla 
de tareas de trabajador predeterminada proporcionada en la consola de SageMaker, se envían todas 
las etiquetas de moderación devueltas por Amazon Rekognition a los trabajadores para su revisión.

{ 
  "Conditions": [ 
    { 
      "ConditionType": "Sampling", 
      "ConditionParameters": { 
        "RandomSamplingPercentage": 5 
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      } 
    } 
  ]
}

Ejemplo 4: uso del muestreo y de ModerationLabelConfidenceCheck con el operador And

En este ejemplo, el 5 % de las inferencias de Amazon Rekognition de la etiqueta de moderación
Graphic Male Nudity con una confianza superior a 50 serán enviadas a los trabajadores para 
su revisión. Cuando se utiliza la plantilla de tarea de trabajador predeterminada proporcionada en la 
consola de SageMaker, solo se enviarán a revisión por parte de los trabajadores las inferencias de la 
etiqueta Graphic Male Nudity.

{ 
  "Conditions": [ 
    { 
      "And": [ 
        { 
          "ConditionType": "Sampling", 
          "ConditionParameters": { 
            "RandomSamplingPercentage": 5 
          } 
        }, 
        { 
          "ConditionType": "ModerationLabelConfidenceCheck", 
          "ConditionParameters": { 
            "ModerationLabelName": "Graphic Male Nudity", 
            "ConfidenceGreaterThan": 50 
          } 
        } 
      ] 
    } 
  ]
}

Ejemplo 5: uso del muestreo y de ModerationLabelConfidenceCheck con el operadorAnd

Utilice este ejemplo para configurar el flujo de trabajo de revisión humana a fin de enviar siempre 
a revisión humana las inferencias de baja confianza de una etiqueta especificada, así como para 
realizar una muestra de inferencia de alta confianza de una etiqueta a una velocidad especificada.

En el siguiente ejemplo, la revisión humana se inicia de una de las siguientes maneras:
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• Las inferencias para la etiqueta de moderación Graphic Male Nudity con puntuaciones de 
confianza inferiores a 60 siempre se envían a revisión humana. Solo se envía la etiqueta Graphic 
Male Nudity a los trabajadores para que la revisen.

• El 5 % de todas las inferencias para la etiqueta de moderación Graphic Male Nudity con 
puntuaciones de confianza mayores a 90 serán enviadas a revisión humana. Solo se envía la 
etiqueta Graphic Male Nudity a los trabajadores para que la revisen.

{ 
  "Conditions": [ 
    { 
      "Or": [ 
        { 
          "ConditionType": "ModerationLabelConfidenceCheck", 
          "ConditionParameters": { 
            "ModerationLabelName": "Graphic Male Nudity", 
            "ConfidenceLessThan": 60 
          } 
        }, 
        { 
            "And": [ 
                { 
                    "ConditionType": "Sampling", 
                    "ConditionParameters": { 
                        "RandomSamplingPercentage": 5 
                    } 
                }, 
                { 
                    "ConditionType": "ModerationLabelConfidenceCheck", 
                    "ConditionParameters": { 
                        "ModerationLabelName": "Graphic Male Nudity", 
                        "ConfidenceGreaterThan": 90 
                    } 
                } 
            ] 
        } 
      ] 
    } 
  ]
}

Ejemplo 6: uso del muestreo y de ModerationLabelConfidenceCheck con el operador Or
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En el siguiente ejemplo, se crea un bucle humano si la respuesta de inferencia de Amazon 
Rekognition contiene la etiqueta “Desnudos masculinos explícitos” con una confianza de inferencia 
superior a 50. Además, el 5 % de todas las demás inferencias inician un bucle humano.

{ 
  "Conditions": [ 
    { 
      "Or": [ 
        { 
          "ConditionType": "Sampling", 
          "ConditionParameters": { 
            "RandomSamplingPercentage": 5 
          } 
        }, 
        { 
          "ConditionType": "ModerationLabelConfidenceCheck", 
          "ConditionParameters": { 
            "ModerationLabelName": "Graphic Male Nudity", 
            "ConfidenceGreaterThan": 50 
          } 
        } 
      ] 
    } 
  ]
}

Eliminar un flujo de trabajo de revisión humana

Cuando elimina un flujo de trabajo de revisión humana o elimina su cuenta de AWS mientras se 
está procesando un bucle humano, el estado del flujo de trabajo de revisión humana cambia a
Deleting. Amazon A2I detiene y elimina automáticamente todos los bucles humanos asociados 
si los trabajadores no han iniciado las tareas creadas por esos bucles humanos. Si los trabajadores 
humanos ya están trabajando en una tarea, esa tarea seguirá estando disponible hasta que finalice 
o caduque. Mientras los trabajadores sigan trabajando en una tarea, el estado del flujo de trabajo de 
revisión humana será Deleting. Si se completan estas tareas, los resultados se almacenan en el 
bucket de Amazon S3 especificado en la definición de flujo.

Si elimina una definición de flujo, no se borrará ninguna respuesta de trabajador del bucket de S3. Si 
las tareas se han completado, pero ha eliminado su cuenta de AWS, los resultados se almacenan en 
el bucket de servicios de Augmented AI durante 30 días; después, se eliminan de forma permanente.

Eliminar un flujo de trabajo de revisión humana 2110



Amazon SageMaker Guía para desarrolladores

Una vez que se hayan eliminado todos los bucles humanos, el flujo de trabajo de revisión humana 
se eliminará permanentemente. Cuando se elimina un flujo de trabajo de revisión humana, puede 
reutilizar su nombre para crear uno nuevo.

Es posible que desee eliminar una flujo de trabajo de revisión humana por cualquiera de los 
siguientes motivos:

• Ha enviado datos a un conjunto de revisores humanos y desea eliminar todos los bucles humanos 
no iniciados porque no desea que esos trabajadores trabajen más en esas tareas.

• La plantilla de tarea de trabajo utilizada para generar la interfaz de usuario de trabajo no se 
representa correctamente o no funciona como se esperaba.

Tras eliminar un flujo de trabajo de revisión humana, ocurren los siguientes cambios:

• El flujo de trabajo de revisión humana ya no aparece en la página Flujos de trabajo de revisión 
humana del área IA aumentada de la consola Amazon SageMaker.

• Cuando utiliza el nombre del flujo de trabajo de revisión humana como entrada para las 
operaciones de API DescribeFlowDefinition o DeleteFlowDefinition, Augmented AI 
devuelve un error ResourceNotFound.

• Cuando usa ListFlowDefinitions, los flujos de trabajo de revisión humana eliminados no se 
incluyen en los resultados.

• Cuando utiliza el ARN de un flujo de trabajo de revisión humana como entrada para la 
operación de API ListHumanLoops de Augmented AI Runtime, Augmented AI devuelve
ResourceNotFoundException.

Eliminar una definición de flujo mediante la consola o la API de SageMaker

Puede eliminar un flujo de trabajo de revisión humana en la página Flujos de trabajo de revisión 
humana del área IA aumentada de la consola SageMaker o mediante la API de SageMaker.

Las definiciones de flujo solo se pueden eliminar si su estado es Active.

Eliminar un flujo de trabajo de revisión humana (consola)

1. Vaya a la consola de Augmented AI en https://console.aws.amazon.com/a2i/.

2. En el panel de navegación, en la sección IA aumentada, seleccione Flujos de trabajo de revisión 
humana.
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3. Elija el nombre de hipervínculo del flujo de trabajo de revisión humana que desee eliminar.

4. En la página Resumen del flujo de trabajo de revisión humana, seleccione Eliminar.

5. En el cuadro de diálogo que le solicita que confirme que desea eliminar el flujo de trabajo de 
revisión humana, seleccione Eliminar.

Se le redirigirá automáticamente a la página Flujos de trabajo de revisión humana . Mientras se 
elimina el flujo de trabajo de revisión humana, el estado Eliminando aparece en la columna de estado 
de dicho flujo de trabajo. Tras la eliminación, no aparecerá en la lista de flujos de trabajo de esta 
página.

Eliminar un flujo de trabajo de revisión humana (API)

Puede eliminar un flujo de trabajo de revisión humana (definición de flujo) mediante la operación 
de API DeleteFlowDefinition de SageMaker. Esta operación de la API se admite a través de AWS 
CLI y una variedad de SDK específicos del idioma. En la siguiente tabla se muestran ejemplos de 
solicitudes que utilizan el SDK para Python (Boto3) y AWS CLI para eliminar el flujo de trabajo de 
revisión humana, example-flow-definition.

AWS SDK for Python (Boto3)

El siguiente ejemplo de solicitud utiliza el SDK para Python (Boto3) a fin de eliminar el flujo de 
trabajo de revisión humana. Para obtener más información, consulte delete_flow_definition en la
documentación de referencia de la API de AWS SDK para Python (Boto).

import boto3

sagemaker_client = boto3.client('sagemaker')
response = sagemaker_client.delete_flow_definition(FlowDefinitionName='example-flow-
definition')

AWS CLI

El siguiente ejemplo de solicitud utiliza AWS CLI para eliminar el flujo de trabajo de revisión 
humana. Para obtener más información, consulte delete-flow-definition en la Referencia de 
comandos de AWS CLI.

$ aws sagemaker delete-flow-definition --flow-definition-name 'example-flow-
definition'
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Si la acción se lleva a cabo correctamente, Augmented AI devuelve una respuesta HTTP 200 con un 
cuerpo HTTP vacío.

Crear e iniciar un bucle humano

Un bucle humano inicia el flujo de trabajo de revisión humana y envía tareas de revisión de datos a 
los trabajadores humanos. Cuando utiliza uno de los tipos de tareas integrados de Amazon A2I, el 
servicio de AWS correspondiente crea e inicia un bucle humano en su nombre cuando se cumplen 
las condiciones especificadas en la definición de flujo. Si no se han especificado condiciones en la 
definición de flujo, se crea un bucle humano para cada objeto. Cuando se utiliza Amazon A2I para 
una tarea personalizada, el bucle humano comienza cuando la aplicación llama a StartHumanLoop.

Utilice las siguientes instrucciones para configurar un bucle humano con los tipos de tareas 
integrados de Amazon Rekognition y Amazon Textract y con los tipos de tareas personalizados.

Requisitos previos

Para crear e iniciar un bucle humano, debe asociar la política AmazonAugmentedAIFullAccess
al usuario o rol de IAM de AWS Identity and Access Management que configura o inicia 
el bucle humano. Esta será la identidad que utilizará para configurar el bucle humano con
HumanLoopConfig para los tipos de tareas integrados. En el caso de los tipos de tareas 
personalizados, será la identidad que utilice para llamar a StartHumanLoop.

Además, cuando se utiliza un tipo de tarea integrado, el rol o usuario debe tener permiso para 
invocar las operaciones de la API del servicio de AWS asociado al tipo de tarea. Por ejemplo, 
si utiliza Amazon Rekognition con Augmented AI, debe asociar los permisos necesarios para 
llamar a DetectModerationLabels. Para obtener ejemplos de políticas basadas en la identidad 
que puede utilizar para conceder estos permisos, consulte Ejemplos de políticas basadas en 
identidad de Amazon Rekognition yEjemplos de políticas basadas en identidad de Amazon Textract. 
También puede utilizar la política AmazonAugmentedAIIntegratedAPIAccess, más genérica, 
para conceder estos permisos. Para obtener más información, consulte Creación de un usuario 
con permisos para invocar las operaciones de API de Amazon A2I, Amazon Textract y Amazon 
Rekognition.

Para crear e iniciar un bucle humano, necesitará un ARN de definición de flujo. Para obtener 
información sobre cómo crear una definición de flujo (o un flujo de trabajo de revisión humana), 
consulte Crear un flujo de trabajo de revisión humana.
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Important

Amazon A2I requiere que todos los buckets de S3 que contengan datos de imagen de 
entrada de bucles humanos cuenten con una política CORS asociada. Para obtener más 
información sobre este cambio, consulte Requisito del permiso CORS.

Crear e iniciar un bucle humano para un tipo de tarea integrado

Para iniciar un bucle humano mediante un tipo de tarea integrado, utilice la API del servicio 
correspondiente a fin de proporcionar los datos de entrada y configurar el bucle humano. Para 
Amazon Textract, debe utilizar la operación de API AnalyzeDocument. Para Amazon Rekognition, 
debe utilizar la operación de API DetectModerationLabels. Puede usar AWS CLI o un SDK 
específico del lenguaje para crear solicitudes mediante las operaciones de la API.

Important

Cuando crea un bucle humano con un tipo de tarea integrado, puede usar DataAttributes
para especificar un conjunto de ContentClassifiers relacionados con la entrada 
proporcionada para la operación StartHumanLoop. Utilice clasificadores de contenido para 
declarar que su contenido está libre de información de identificación personal o contenido 
para adultos.
Para usar Amazon Mechanical Turk, compruebe que sus datos no contengan 
información de identificación personal, lo que incluye la información médica 
protegida de conformidad con la norma HIPAA. Incluya el clasificador de contenido
FreeOfPersonallyIdentifiableInformation. Si no utiliza este clasificador de 
contenido, SageMaker no le enviará la tarea a Mechanical Turk. Si en los datos no hay 
contenido para adultos, incluya también el clasificador 'FreeOfAdultContent'. Si no 
utiliza estos clasificadores de contenido, SageMaker podría limitar los trabajadores de 
Mechanical Turk que pueden ver la tarea.

Después de iniciar el trabajo ML utilizando la API de servicio de AWS del tipo de tarea integrado, 
Amazon A2I supervisa los resultados de inferencia de ese servicio. Por ejemplo, al ejecutar un 
trabajo con Amazon Rekognition, Amazon A2I comprueba la puntuación de confianza de inferencia 
de cada imagen y la compara con los umbrales de confianza especificados en la definición de flujo. 
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Si se cumplen las condiciones para iniciar una tarea de revisión humana o si no ha especificado 
condiciones en la definición de flujo, se envía una tarea de revisión humana a los trabajadores.

Crear un bucle humano de Amazon Textract

Amazon A2I se integra con Amazon Textract para que pueda configurar e iniciar un bucle humano 
usando la API de Amazon Textract. A fin de enviar un archivo de documento a Amazon Textract 
para que lo analice, utilice la operación de API AnalyzeDocument de Amazon Textract. Para 
añadir un bucle humano a este trabajo de análisis de documentos, debe configurar el parámetro
HumanLoopConfig.

Al configurar el bucle humano, la definición de flujo que haya especificado en FlowDefinitionArn
o HumanLoopConfig debe estar ubicada en la misma región de AWS que el bucket identificado en 
el Bucket del parámetro Document.

En la siguiente tabla, puede ver algunos ejemplos de cómo utilizar esta operación con AWS CLI y 
AWS SDK for Python (Boto3).

AWS SDK for Python (Boto3)

En los siguientes ejemplos de solicitud, se utiliza el SDK para Python (Boto3). Para obtener más 
información, consulte analyze_document en la documentación de referencia de la API de AWS 
SDK para Python (Boto).

import boto3

textract = boto3.client('textract', aws_region)

response = textract.analyze_document( 
            Document={'S3Object': {'Bucket': bucket_name, 'Name': document_name}}, 
            FeatureTypes=["TABLES", "FORMS"], 
            HumanLoopConfig={ 
                'FlowDefinitionArn': 
 'arn:aws:sagemaker:aws_region:aws_account_number:flow-definition/flow_def_name', 
                'HumanLoopName': 'human_loop_name', 
                'DataAttributes': {'ContentClassifiers': 
 ['FreeOfPersonallyIdentifiableInformation','FreeOfAdultContent']} 
            } 
          )
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AWS CLI

En el siguiente ejemplo de solicitud se utiliza la CLI de AWS. Para obtener más información, 
consulte analyze-document en la Referencia de comandos de la AWS CLI.

$ aws textract analyze-document \ 
     --document '{"S3Object":{"Bucket":"bucket_name","Name":"document_name"}}' \ 
     --human-loop-config 
 HumanLoopName="human_loop_name",FlowDefinitionArn="arn:aws:sagemaker:aws-
region:aws_account_number:flow-
definition/
flow_def_name",DataAttributes='{ContentClassifiers=["FreeOfPersonallyIdentifiableInformation", 
 "FreeOfAdultContent"]}' \ 
     --feature-types '["TABLES", "FORMS"]'

$ aws textract analyze-document \ 
     --document '{"S3Object":{"Bucket":"bucket_name","Name":"document_name"}}' \ 
     --human-loop-config \ 
          
 '{"HumanLoopName":"human_loop_name","FlowDefinitionArn":"arn:aws:sagemaker:aws_region:aws_account_number:flow-
definition/flow_def_name","DataAttributes": {"ContentClassifiers":
["FreeOfPersonallyIdentifiableInformation","FreeOfAdultContent"]}}' \ 
     --feature-types '["TABLES", "FORMS"]'

Después de ejecutar AnalyzeDocument con un bucle humano configurado, Amazon A2I supervisa 
los resultados de AnalyzeDocument y los compara con las condiciones de activación de la 
definición de flujo. Si la puntuación de confianza de inferencia de Amazon Textract para uno 
o más pares clave-valor cumple con las condiciones de revisión, Amazon A2I inicia un bucle 
de revisión humana e incluye el objeto HumanLoopActivationOutput en la respuesta de
AnalyzeDocument.

Crear un bucle humano de Amazon Rekognition

Amazon A2I se integra con Amazon Rekognition para que pueda configurar e iniciar un bucle 
humano usando la API de Amazon Rekognition. A fin de enviar imágenes a Amazon Rekognition 
para la moderación del contenido, utilice la operación de API DetectModerationLabels
de Amazon Rekognition. Para configurar un bucle humano, establezca el parámetro
HumanLoopConfig cuando configure DetectModerationLabels.
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Al configurar el bucle humano, la definición de flujo que haya especificado en FlowDefinitionArn
de HumanLoopConfig debe estar ubicada en la misma región de AWS que el bucket de S3 
identificado en el Bucket del parámetro Image.

En la siguiente tabla, puede ver algunos ejemplos de cómo utilizar esta operación con AWS CLI y 
AWS SDK for Python (Boto3).

AWS SDK for Python (Boto3)

En los siguientes ejemplos de solicitud, se utiliza el SDK para Python (Boto3). Para obtener más 
información, consulte detect_moderation_labels en la documentación de referencia de la API de 
AWS SDK para Python (Boto).

import boto3

rekognition = boto3.client("rekognition", aws_region)

response = rekognition.detect_moderation_labels( \ 
        Image={'S3Object': {'Bucket': bucket_name, 'Name': image_name}}, \ 
        HumanLoopConfig={ \ 
            'HumanLoopName': 'human_loop_name', \ 
            'FlowDefinitionArn': , 
 "arn:aws:sagemaker:aws_region:aws_account_number:flow-definition/flow_def_name" \ 
            'DataAttributes': {'ContentClassifiers': 
 ['FreeOfPersonallyIdentifiableInformation','FreeOfAdultContent']} 
         })

AWS CLI

En el siguiente ejemplo de solicitud se utiliza la CLI de AWS. Para obtener más información, 
consulte detect-moderation-labels en la Referencia de comandos de la AWS CLI.

$ aws rekognition detect-moderation-labels \ 
    --image "S3Object={Bucket='bucket_name',Name='image_name'}" \ 
    --human-loop-config 
 HumanLoopName="human_loop_name",FlowDefinitionArn="arn:aws:sagemaker:aws_region:aws_account_number:flow-
definition/
flow_def_name",DataAttributes='{ContentClassifiers=["FreeOfPersonallyIdentifiableInformation", 
 "FreeOfAdultContent"]}'
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$ aws rekognition detect-moderation-labels \ 
    --image "S3Object={Bucket='bucket_name',Name='image_name'}" \ 
    --human-loop-config \ 
        '{"HumanLoopName": "human_loop_name", "FlowDefinitionArn": 
 "arn:aws:sagemaker:aws_region:aws_account_number:flow-
definition/flow_def_name", "DataAttributes": {"ContentClassifiers": 
 ["FreeOfPersonallyIdentifiableInformation", "FreeOfAdultContent"]}}'

Después de ejecutar DetectModerationLabels con un bucle humano configurado, Amazon 
A2I supervisa los resultados de DetectModerationLabels y los compara con las condiciones 
de activación de la definición de flujo. Si la puntuación de confianza de inferencia de Amazon 
Rekognition para una imagen cumple con las condiciones de revisión, Amazon A2I inicia un bucle 
de revisión humana e incluye el elemento de respuesta HumanLoopActivationOutput en la 
respuesta de DetectModerationLabels.

Crear e iniciar un bucle humano para un tipo de tarea personalizado

Para configurar un bucle humano para una tarea de revisión humana personalizada, utilice la 
operación StartHumanLoop dentro de la aplicación. Esta sección proporciona un ejemplo de una 
solicitud de bucle humano utilizando AWS SDK for Python (Boto3) y la AWS Command Line Interface 
(AWS CLI). Para obtener documentación sobre SDK específicos de otros lenguajes compatibles 
con StartHumanLoop, utilice la sección Véase también de StartHumanLoop, en la documentación 
de la API de tiempo de ejecución de Amazon Augmented AI. Consulte Casos y ejemplos de uso 
de Amazon A2I para ver ejemplos que muestran cómo utilizar Amazon A2I con un tipo de tarea 
personalizado.

Requisitos previos

Para completar este procedimiento, se necesita lo siguiente:

• Datos de entrada formateados como una representación de cadena de un archivo con formato 
JSON.

• El nombre de recursos de Amazon (ARN) de su definición de flujo

Para configurar el bucle humano

1. Para DataAttributes, especifique un conjunto de ContentClassifiers relacionado con 
la entrada proporcionada a la operación StartHumanLoop. Utilice clasificadores de contenido 
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para declarar que su contenido está libre de información de identificación personal o contenido 
para adultos.

Para usar Amazon Mechanical Turk, compruebe que sus datos no contengan 
información de identificación personal, lo que incluye la información médica 
protegida de conformidad con la norma HIPAA, e incluya el clasificador de contenido
FreeOfPersonallyIdentifiableInformation. Si no utiliza este clasificador de contenido, 
SageMaker no le enviará la tarea a Mechanical Turk. Si en los datos no hay contenido 
para adultos, incluya también el clasificador 'FreeOfAdultContent'. Si no utiliza estos 
clasificadores de contenido, SageMaker podría limitar los trabajadores de Mechanical Turk que 
pueden ver la tarea.

2. Para FlowDefinitionArn, introduce el nombre de recurso de Amazon (ARN) de tu definición 
de flujo.

3. Para HumanLoopInput, introduzca los datos de entrada como una representación de cadena 
de un archivo con formato JSON. Estructure los datos de entrada y la plantilla de tareas 
de trabajo personalizada para que los datos de entrada se muestren correctamente a los 
trabajadores humanos cuando inicie el bucle humano. Consulte Vista previa de una plantilla de 
tarea de trabajador para obtener información sobre cómo obtener una vista previa de la plantilla 
de tareas de trabajo personalizada.

4. Para HumanLoopName, introduzca un nombre para el bucle humano. El nombre debe ser único 
dentro de la región en su cuenta y puede tener hasta 63 caracteres. Caracteres válidos: a-z, 0-9 
y - (guion).

Para iniciar un bucle humano

• Para iniciar un bucle humano, envíe una solicitud similar a la de los siguientes ejemplos 
utilizando el SDK específico del lenguaje que prefiera.

AWS SDK for Python (Boto3)

En los siguientes ejemplos de solicitud, se utiliza el SDK para Python (Boto3). Para obtener más 
información, consulte Boto 3 Augmented AI Runtime en la documentación de referencia de la API 
de AWS SDK para Python (Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
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response = a2i_runtime_client.start_human_loop( 
    HumanLoopName='human_loop_name', 
    FlowDefinitionArn='arn:aws:sagemaker:aws-region:xyz:flow-
definition/flow_def_name', 
    HumanLoopInput={ 
        'InputContent': '{"InputContent": {\"prompt\":\"What is the answer?\"}}'    
    }, 
    DataAttributes={ 
        'ContentClassifiers': [ 
             'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
        ] 
    }
)

AWS CLI

En el siguiente ejemplo de solicitud se utiliza la CLI de AWS. Para obtener más información, 
consulte start-human-loop en la Referencia de comandos de la AWS CLI.

$ aws sagemaker-a2i-runtime start-human-loop 
        --flow-definition-arn 'arn:aws:sagemaker:aws_region:xyz:flow-
definition/flow_def_name' \ 
        --human-loop-name 'human_loop_name' \ 
        --human-loop-input '{"InputContent": "{\"prompt\":\"What is the answer?
\"}"}' \ 
        --data-attributes 
 ContentClassifiers="FreeOfPersonallyIdentifiableInformation","FreeOfAdultContent" \

Cuando se inicia con éxito un bucle humano invocando directamente a StartHumanLoop, la 
respuesta incluirá un objeto HumanLoopARN y HumanLoopActivationResults que se establece 
en NULL. Puede usar este nombre del bucle humano para monitorizar y administrar su bucle 
humano.

Pasos siguientes:

Después de iniciar un bucle humano, puede administrarlo y supervisarlo con la API de tiempo de 
ejecución de Amazon Augmented AI y con Eventos de Amazon CloudWatch. Para obtener más 
información, consulte Supervise y administre su bucle humano.
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Eliminación de un bucle humano

Al eliminar un bucle humano, el estado cambiará a Deleting. Cuando se elimina el bucle humano, 
la tarea de revisión humana asociada deja de estar disponible para los trabajadores. Es posible que 
desee eliminar un bucle humano en una de las siguientes circunstancias:

• La plantilla de tarea de trabajador utilizada para generar la interfaz de usuario del trabajador no se 
representa correctamente o no funciona como se esperaba.

• Por error, se les ha enviado a los trabajadores el mismo objeto de datos varias veces.

• Ya no es necesario que un humano revise un objeto de datos.

Si el estado de un bucle humano es InProgress, debe detenerlo antes de eliminarlo. Al detener 
un bucle humano, el estado cambia a Stopping mientras se está deteniendo. Cuando el estado 
cambie a Stopped, podrá eliminar el bucle humano.

Si los trabajadores humanos ya están trabajando en una tarea cuando detiene el bucle humano 
asociado, esa tarea seguirá estando disponible hasta que finalice o caduque. Mientras los 
trabajadores sigan trabajando en una tarea, el estado del bucle humano será Stopping. Si 
se completan estas tareas, los resultados se almacenarán en el URI del bucket de Amazon S3 
especificado en el flujo de trabajo de revisión humana. Si el trabajador abandona la tarea sin 
enviar el trabajo, este se detiene y el trabajador no puede volver a la tarea. Si ningún trabajador ha 
empezado la tarea, esta se detiene inmediatamente.

Si elimina la cuenta AWS utilizada para crear el bucle humano, se detiene y se elimina 
automáticamente.

Eliminación y retención de datos en un bucle humano

Cuando un trabajador completa una tarea de revisión humana, los resultados se almacenan en el 
bucket de salida de Amazon S3 que haya especificado en el flujo de trabajo de revisión humana 
utilizado para crear el bucle humano. Eliminar o detener un bucle humano no elimina las respuestas 
de ningún trabajador del bucket de S3.

Además, Amazon A2I almacena temporalmente los datos de entrada y salida del bucle humano 
internamente por los siguientes motivos:

• Si configura sus bucles humanos de manera que un único objeto de datos se envíe a varios 
trabajadores para su revisión, Amazon A2I no escribirá los datos de salida en su bucket de S3 
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hasta que todos los trabajadores hayan completado la tarea de revisión. Amazon A2I almacena 
internamente las respuestas parciales (respuestas de trabajadores individuales) para poder 
escribir los resultados completos en su bucket de S3.

• Si notifica que hay un resultado de revisión humana de baja calidad, Amazon A2I puede investigar 
el problema y darle respuesta.

• Si pierde el acceso al bucket de S3 de salida especificado en el flujo de trabajo de revisión humana 
utilizado para crear un bucle humano, o lo elimina, y la tarea ya se ha enviado a uno o más 
trabajadores, Amazon A2I necesita un lugar en el que almacenar temporalmente los resultados de 
la revisión humana.

Amazon A2I elimina estos datos internamente 30 días después de que el estado de un bucle humano 
cambie a Deleted, Stopped o Completed. En otras palabras, los datos se eliminan 30 días 
después de que se haya completado, detenido o eliminado el bucle humano. Además, estos datos 
se eliminan después de 30 días si cierra la cuenta AWS utilizada para crear los bucles humanos 
asociados.

Detención y eliminación de una definición de flujo con la consola o la API de Amazon 
A2I

Puede detener y eliminar un bucle humano en la consola de Augmented AI o con la API de 
SageMaker. Cuando el bucle humano se haya eliminado, el estado cambiará a Deleted.

Eliminación de un bucle humano (consola)

1. Vaya a la consola de Augmented AI en https://console.aws.amazon.com/a2i/.

2. En el panel de navegación, en la sección IA aumentada, seleccione Flujos de trabajo de revisión 
humana.

3. Elija el nombre de hipervínculo del flujo de trabajo de revisión humana que ha utilizado para 
crear el bucle humano que desea eliminar.

4. En la sección Bucles humanos de la parte inferior de la página, seleccione el bucle humano que 
desea detener y eliminar.

5. Si el estado del bucle humano es Completed, Stopped o Failed, seleccione Eliminar.

Si el Estado del bucle humano es InProgress, seleccione Detener. Cuando el estado cambie a
Detenido, seleccione Eliminar.
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Eliminación de un bucle humano (API)

1. Compruebe el estado del bucle humano mediante la operación de API de tiempo de ejecución
DescribeHumanLoop de Augmented AI. En la siguiente tabla, puede ver ejemplos del uso de 
esta operación.

AWS SDK for Python (Boto3)

Los siguientes ejemplos utilizan el SDK para Python (Boto3) a fin de describir el bucle 
humano denominado example-human-loop. Para obtener más información, consulte
describe_human_loop en la documentación de referencia de la API de AWS SDK para 
Python (Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
response = a2i_runtime_client.describe_human_loop(HumanLoopName='example-human-
loop')
human_loop_status = response['HumanLoopStatus']
print(f'example-human-loop status is: {human_loop_status}')

AWS CLI

Los siguientes ejemplos utilizan la CLI de AWS a fin de describir el bucle humano 
denominado example-human-loop. Para obtener más información, consulte describe-
human-loop en la Referencia de comandos de AWS CLI.

$ aws sagemaker-a2i-runtime describe-human-loop --human-loop-name 'example-
human-loop'

2. Si el estado de la definición de flujo es Completed, Stopped o Failed, elimine la definición de 
flujo mediante la operación de API de tiempo de ejecución DeleteHumanLoop de Augmented 
AI.

AWS SDK for Python (Boto3)

Los siguientes ejemplos utilizan el SDK para Python (Boto3) a fin de eliminar el bucle 
humano denominado example-human-loop. Para obtener más información, consulte
delete_human_loop en la documentación de referencia de la API de AWS SDK para Python 
(Boto).
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import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
response = a2i_runtime_client.delete_human_loop(HumanLoopName='example-human-
loop')

AWS CLI

Los siguientes ejemplos utilizan la CLI de AWS a fin de eliminar el bucle humano 
denominado example-human-loop. Para obtener más información, consulte delete-
human-loop en la Referencia de comandos de AWS CLI.

$ aws sagemaker-a2i-runtime delete-human-loop --human-loop-name 'example-human-
loop'

Si el estado del bucle humano es InProgress, detenga el bucle humano usando
StopHumanLoop y, a continuación, utilice DeleteHumanLoop para eliminarlo.

AWS SDK for Python (Boto3)

Los siguientes ejemplos utilizan el SDK para Python (Boto3) a fin de describir el bucle 
humano denominado example-human-loop. Para obtener más información, consulte
stop_human_loop en la documentación de referencia de la API de AWS SDK para Python 
(Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
response = a2i_runtime_client.stop_human_loop(HumanLoopName='example-human-
loop')

AWS CLI

Los siguientes ejemplos utilizan la CLI de AWS a fin de describir el bucle humano 
denominado example-human-loop. Para obtener más información, consulte stop-human-
loop en la Referencia de comandos de AWS CLI.
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$ aws sagemaker-a2i-runtime stop-human-loop --human-loop-name 'example-human-
loop'

Crear y administrar plantillas de tareas de trabajador

Puede crear una interfaz de usuario de tareas para sus trabajadores creando una plantilla de tareas 
de trabajador. Una plantilla de tareas de trabajador es un archivo HTML que se utiliza para mostrar 
los datos de entrada y las instrucciones necesarios para ayudar a los trabajadores a completar la 
tarea.

En los tipos de tareas de Amazon Rekognition o Amazon Textract, puede personalizar una plantilla 
de tareas de trabajador preconstruida mediante una interfaz gráfica de usuario (GUI), y evitar así 
el código HTML. Para esta opción, utilice las instrucciones en Crear un flujo de trabajo de revisión 
humana (consola) para crear un flujo de trabajo de revisión humana y personalizar la plantilla 
de tareas de trabajador en la consola de Amazon SageMaker. Tras crear una plantilla siguiendo 
estas instrucciones, esta aparecerá en la página de plantillas de tareas de trabajador de la consola 
Augmented AI.

Si va a crear un flujo de trabajo de revisión humana para un tipo de tarea personalizado, debe crear 
una plantilla de tareas de trabajador personalizada con código HTML. Para obtener más información, 
consulte Crear plantillas de tareas de trabajador personalizadas.

Si crea la plantilla con HTML, debe utilizarla para generar un nombre de recurso de Amazon 
(ARN) para interfaz de usuario de tareas humanas de Amazon A2I en la consola de Amazon A2I. 
El ARN tiene el siguiente formato: arn:aws:sagemaker:<aws-region>:<aws-account-
number>:human-task-ui/<template-name>. Este ARN está asociado a un recurso de plantilla 
de tareas de trabajador que puede utilizar en uno o más flujos de trabajo de revisión humana 
(definiciones de flujo).

Genere un ARN de interfaz de usuario de tareas humanas usando una plantilla de tareas de 
trabajador, con las instrucciones que encontrará en Crear y eliminar una plantilla de tareas de 
trabajador o mediante una operación de API CreateHumanTaskUi.

Temas

• Crear y eliminar plantillas de tareas de trabajador

• Crear plantillas de tareas de trabajador personalizadas

• Creación de instrucciones correctas de trabajador
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Crear y eliminar plantillas de tareas de trabajador

Puede utilizar una plantilla de trabajador para personalizar la interfaz y las instrucciones que ven los 
trabajadores al trabajar en las tareas. Utilice las instrucciones de esta página para crear una plantilla 
de tareas de trabajador en el área IA aumentada de la consola Amazon SageMaker. Se proporciona 
una plantilla de inicio para las tareas de Amazon Textract y Amazon Rekognition. Para obtener más 
información sobre cómo personalizar la plantilla mediante elementos crowd HTML, consulte Crear 
plantillas de tareas de trabajador personalizadas.

Al crear una plantilla de trabajador en la página de plantillas de tareas de trabajador, en el área IA 
aumentada de la consola SageMaker, se generará un ARN de plantilla de tareas de trabajador. 
Utilice este ARN como entrada para HumanTaskUiArn cuando cree una definición de flujo mediante 
la operación de API CreateFlowDefinition. Puede elegir esta plantilla al crear un flujo de trabajo 
de revisión humana en la página de flujos de trabajo de revisión humana de la consola.

Si va a crear un recurso de plantilla de tareas de trabajador para un tipo de tarea de Amazon Textract 
o Amazon Rekognition, puede obtener una vista previa de la interfaz de usuario del trabajador que 
se genera a partir de la plantilla en la página de plantillas de tareas de trabajador de la consola. Debe 
asociar la política descrita en Habilitar vistas previas de plantillas de tareas del trabajador  al rol de 
IAM que utilice para obtener una vista previa de la plantilla.

Crear y eliminar una plantilla de tareas de trabajador

Puede crear una plantilla de tareas de trabajador usando la consola de SageMaker y la operación de 
API CreateHumanTaskUi de SageMaker.

Crear una plantilla de tareas de trabajador (consola)

1. Abra la consola Amazon A2I en https://console.aws.amazon.com/a2i/.

2. En Amazon Augmented AI, en el panel de navegación izquierdo, escoja Plantillas de tareas del 
trabajador.

3. Elija Create template (Crear plantilla).

4. En Template name (Nombre de plantilla), introduzca un nombre único.

5. (Opcional) Introduzca un rol de IAM que le otorgue a Amazon A2I los permisos necesarios para 
llamar a los servicios en su nombre.

6. En Tipo de plantilla, elija un tipo de plantilla en el menú desplegable. Si está creando una 
plantilla para una tarea de Textract-form extraction (Extracción de formulario de Textract)
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o Rekognition-image moderation (Moderación de imagen de Rekognition), elija la opción 
adecuada.

7. Introduzca los elementos de la plantilla personalizada de la siguiente manera:

• Si ha seleccionado la plantilla de tarea de Amazon Textract o Amazon Rekognition, el 
editor de plantillas se rellena automáticamente con una plantilla predeterminada que puede 
personalizar.

• Si utiliza una plantilla personalizada, introduzca la plantilla predefinida en el editor.

8. (Opcional) Para completar este paso, debe proporcionar un ARN de rol de IAM con el permiso 
necesario para leer los objetos de Amazon S3 que se representan en la interfaz de usuario en el
paso 5.

Solo puede obtener una vista previa de la plantilla si está creando plantillas para Amazon 
Textract o Amazon Rekognition.

Elija Ver vista previa para obtener una vista previa de la interfaz y las instrucciones que verán los 
trabajadores. Esta es una vista previa interactiva. Después de completar la tarea de ejemplo y 
seleccionar Submit (Enviar), verá el resultado de la tarea que acaba de realizar.

Si está creando una plantilla de tarea del trabajador para un tipo de tarea personalizado, 
puede obtener una vista previa de la interfaz de usuario de la tarea del trabajador mediante
RenderUiTemplate. Para obtener más información, consulte Vista previa de una plantilla de 
tarea de trabajador.

9. Cuando esté satisfecho con la plantilla, elija Create (Crear).

Una vez creada la plantilla, puede seleccionarla cuando cree un flujo de trabajo de revisión humana 
en la consola. La plantilla también aparece en la sección Amazon Augmented AI de la consola 
SageMaker, bajo Plantillas de tareas del trabajador. Elija la plantilla para ver su ARN. Use este ARN 
cuando use la operación de API CreateFlowDefinition.

Crear una plantilla de tareas de trabajador usando una plantilla de tareas de trabajador (API)

Para generar una plantilla de tareas de trabajador mediante la operación de API
CreateHumanTaskUi de SageMaker, especifique un nombre para la interfaz de usuario en
HumanTaskUiName e introduzca la plantilla HTML en Content, bajo UiTemplate. Busque 
documentación sobre los SDK específicos del lenguaje compatible con esta operación de API en la 
sección Véase también de CreateHumanTaskUi.
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Eliminar una plantilla de tareas de trabajador

Cuando ya ha creado una plantilla de tareas de trabajador, puede eliminarla usando la consola de 
SageMaker o la operación de API DeleteHumanTaskUi de SageMaker.

Cuando elimine una plantilla de tareas de trabajador, no podrá utilizar los flujos de trabajo de revisión 
humana (definiciones de flujo) creados con esa plantilla para iniciar bucles humanos. Los bucles 
humanos que ya se hayan creado con la plantilla de tareas de trabajador que ha eliminado se 
seguirán procesando hasta que se completen y no se verán afectados.

Eliminar una plantilla de tareas de trabajador (consola)

1. Abra la consola Amazon A2I en https://console.aws.amazon.com/a2i/.

2. En Amazon Augmented AI, en el panel de navegación izquierdo, escoja Plantillas de tareas del 
trabajador.

3. Seleccione la plantilla que desea eliminar.

4. Seleccione Eliminar.

5. Aparece un modal para confirmar su elección. Seleccione Delete (Eliminar).

Eliminar una plantilla de tareas de trabajador (API)

Para eliminar una plantilla de tareas de trabajador mediante la operación de API
DeleteHumanTaskUi de SageMaker, especifique el nombre de la interfaz de usuario en
HumanTaskUiName.

Crear plantillas de tareas de trabajador personalizadas

Crowd HTML Elements son componentes web que proporcionan una serie de widgets de tareas 
y elementos de diseño que puede adaptar a la pregunta que desea hacer. Puede utilizar estos 
elementos crowd para crear una plantilla de trabajador personalizada e integrarla con un flujo de 
trabajo de revisión humana de Amazon Augmented AI (Amazon A2I), a fin de personalizar la consola 
y las instrucciones del trabajador.

Para obtener una lista de todos los elementos HTML crowd disponibles para los usuarios de 
Amazon A2I, consulte Referencia de Crowd HTML Elements. Para ver ejemplos de plantillas, 
consulte el repositorio de AWS GitHub, que contiene más de 60 plantillas con ejemplos de tareas 
personalizadas.
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Desarrollar plantillas localmente

Cuando se encuentre en la consola para probar cómo procesa la plantilla los datos entrantes, puede 
probar el aspecto y el funcionamiento del HTML de la plantilla y de los elementos personalizados en 
el navegador; para ello, añada el siguiente código en la parte superior del archivo HTML.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

Esto carga el código necesario para representar los elementos de HTML personalizados. Use este 
código si quiere desarrollar el aspecto de la plantilla en su editor preferido en lugar de hacerlo en la 
consola.

Este código no analizará sus variables. Es posible que quiera sustituirlas con contenido de ejemplo, 
mientras realiza las tareas de desarrollo localmente.

Uso de recursos externos

Las plantillas personalizadas de Amazon Augmented AI le permiten integrar scripts externos y hojas 
de estilo. Por ejemplo, el encabezado siguiente incrusta un nombre text/css de hoja de estilo
stylesheet ubicado en https://www.example.com/my-enhancement-styles.css en la 
plantilla personalizada.

Example

<script src="https://www.example.com/my-enhancment-script.js"></script>
<link rel="stylesheet" type="text/css" href="https://www.example.com/my-enhancement-
styles.css">

Si se produce cualquier error, asegúrese de que su servidor de origen envía el tipo MIME correcto y 
los encabezados de codificación con los activos.

Por ejemplo, el tipo MIME y de codificación para scripts remotos es application/
javascript;CHARSET=UTF-8.

El tipo de MIME y codificación para hojas de estilo remotas es text/css;CHARSET=UTF-8.

Seguimiento de las variables

Al crear una plantilla personalizada, debe agregarle variables para representar los datos que pueden 
cambiar de tarea a tarea, o de trabajador a trabajador. Si es la primera vez que utiliza una de las 
plantillas de ejemplo, tendrá que asegurarse de conocer las variables que ya utiliza.
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Por ejemplo, en una plantilla personalizada que integra un bucle de revisión humana 
de Augmented AI con una tarea de revisión de texto de Amazon Textract, se utiliza
{{ task.input.selectedAiServiceResponse.blocks }} para los datos de entrada de 
valor inicial. Para la integración de Amazon Augmented AI (Amazon A2I) con Amazon Rekognition, 
se utiliza {{ task.input.selectedAiServiceResponse.moderationLabels }}. Para 
un tipo de tarea personalizado, tiene que determinar el parámetro de entrada para el tipo de tarea. 
Use {{ task.input.customInputValuesForStartHumanLoop}} donde se especifica
customInputValuesForStartHumanLoop.

Ejemplo de plantilla personalizada para Amazon Textract

Todas las plantillas personalizadas comienzan y terminan con los elementos <crowd-form> </
crowd-form>. Al igual que los elementos <form> HTML estándar, todo el código de formulario 
debería ir entre estos elementos.

Para una tarea de análisis de documentos de Amazon Textract, utilice el elemento <crowd-
textract-analyze-document>. Utiliza los siguientes atributos:

• src: especifica la URL del archivo de imagen que se va a anotar.

• initialValue: establece los valores iniciales para los atributos encontrados en la interfaz de 
usuario del trabajador.

• blockTypes (obligatorio): determina el tipo de análisis que pueden realizar los trabajadores. Solo 
se admite KEY_VALUE_SET actualmente.

• keys (obligatorio): especifica nuevas claves y el valor de texto asociado que el trabajador puede 
agregar.

• no-key-edit (obligatorio): impide que los trabajadores editen las claves de las anotaciones 
transferidas mediante initialValue.

• no-geometry-edit: impide que los trabajadores editen los polígonos de las anotaciones 
transferidas mediante initialValue.

Como elementos secundarios del elemento <crowd-textract-analyze-document>, debe tener 
dos regiones. Puede utilizar elementos HTML y CSS arbitrarios en estas regiones.

• <full-instructions>: instrucciones que están disponibles en el enlace Ver instrucciones 
completas, en la herramienta. Puede dejarlo en blanco, pero le recomendamos que proporcione 
instrucciones completas para obtener mejores resultados.
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• <short-instructions>: descripción breve de la tarea que aparece en la barra lateral de la 
herramienta. Puede dejarlo en blanco, pero le recomendamos que proporcione instrucciones 
completas para obtener mejores resultados.

Una plantilla de Amazon Textract tendría un aspecto similar al siguiente.

Example

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.document.s3Object.bucket }}/
{{ task.input.aiServiceRequest.document.s3Object.name }}{% endcapture %}

<crowd-form> 
  <crowd-textract-analyze-document 
    src="{{ s3_uri | grant_read_access }}" 
    initial-value="{{ task.input.selectedAiServiceResponse.blocks }}" 
    header="Review the key-value pairs listed on the right and correct them if they 
 don't match the following document." 
    no-key-edit 
    no-geometry-edit 
    keys="{{ task.input.humanLoopContext.importantFormKeys }}" 
    block-types="['KEY_VALUE_SET']" 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
        .instructionsImage { 
          display: inline-block; 
          max-width: 100%; 
        } 
      </style> 
      <p class='instructions'>Choose a key-value block to highlight the corresponding 
 key-value pair in the document.

If it is a valid key-value pair, review the content for the value. If the content is 
 incorrect, correct it.

The text of the value is incorrect, correct it.
<img class='instructionsImage' src="https://example-site/correct-value-text.png" />
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A wrong value is identified, correct it.
<img class='instructionsImage' src="https://example-site/correct-value.png" />

If it is not a valid key-value relationship, choose No.
<img class='instructionsImage' src="https://example-site/not-a-key-value-pair.png" />

If you can’t find the key in the document, choose Key not found.
<img class='instructionsImage' src="https://example-site/key-is-not-found.png" />

If the content of a field is empty, choose Value is blank.
<img class='instructionsImage' src="https://example-site/value-is-blank.png" />

<b>Examples</b>
Key and value are often displayed next to or below to each other.

Key and value displayed in one line.
<img class='instructionsImage' src="https://example-site/sample-key-value-pair-1.png" /
>

Key and value displayed in two lines.
<img class='instructionsImage' src="https://example-site/sample-key-value-pair-2.png" /
>

If the content of the value has multiple lines, enter all the text without a line 
 break. Include all value text even if it extends beyond the highlight box.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/
multiple-lines.png" /></p> 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-textract-analyze-document>
</crowd-form>

Ejemplo de plantilla personalizada para Amazon Rekognition

Todas las plantillas personalizadas comienzan y terminan con los elementos <crowd-form> </
crowd-form>. Al igual que los elementos <form> HTML estándar, todo el código de formulario 
debería ir entre estos elementos. Para una plantilla de tareas personalizada de Amazon Rekognition, 
utilice el elemento <crowd-rekognition-detect-moderation-labels>. Este elemento admite 
los siguientes atributos:

• categories: una matriz de cadenas o una matriz de objetos, donde cada objeto tiene un campo
name.
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• Si las categorías aparecen como objetos, se aplica lo siguiente:

• Las categorías mostradas son el valor del campo name.

• La respuesta devuelta contiene los objetos completos de las categorías seleccionadas.

• Si las categorías vienen en forma de cadenas, se aplica lo siguiente:

• La respuesta devuelta es una matriz de todas las cadenas seleccionadas.

• exclusion-category: al establecer este atributo, crea un botón debajo de las categorías en 
la interfaz de usuario. Cuando un usuario selecciona el botón, se anula la selección de todas las 
categorías y se desactivan. Si el trabajador selecciona de nuevo el botón, se habilita de nuevo 
a los usuarios para que elijan categorías. Si el trabajador envía la tarea seleccionando el botón
Enviar después de seleccionar el botón, esa tarea devolverá una matriz vacía.

Como elementos secundarios del elemento <crowd-rekognition-detect-moderation-
labels>, debe tener dos regiones.

• <full-instructions>: instrucciones que están disponibles en el enlace Ver instrucciones 
completas, en la herramienta. Puede dejarlo en blanco, pero le recomendamos que proporcione 
instrucciones completas para obtener mejores resultados.

• <short-instructions>: descripción breve de la tarea que aparece en la barra lateral de la 
herramienta. Puede dejarlo en blanco, pero le recomendamos que proporcione instrucciones 
completas para obtener mejores resultados.

Una plantilla que utilice estos elementos tendría un aspecto similar al siguiente.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.image.s3Object.bucket }}/
{{ task.input.aiServiceRequest.image.s3Object.name }}{% endcapture %}

<crowd-form> 
  <crowd-rekognition-detect-moderation-labels 
    categories='[ 
      {% for label in task.input.selectedAiServiceResponse.moderationLabels %} 
        { 
          name: "{{ label.name }}", 
          parentName: "{{ label.parentName }}", 
        }, 
      {% endfor %} 
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    ]' 
    src="{{ s3_uri | grant_read_access }}" 
    header="Review the image and choose all applicable categories." 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
      </style> 
      <p class='instructions'>Review the image and choose all applicable categories.
If no categories apply, choose None.

<b>Nudity</b>
Visuals depicting nude male or female person or persons

<b>Graphic Male Nudity</b>
Visuals depicting full frontal male nudity, often close ups

<b>Graphic Female Nudity</b>
Visuals depicting full frontal female nudity, often close ups

<b>Sexual Activity</b>
Visuals depicting various types of explicit sexual activities and pornography

<b>Illustrated Nudity or Sexual Activity</b>
Visuals depicting animated or drawn sexual activity, nudity, or pornography

<b>Adult Toys</b>
Visuals depicting adult toys, often in a marketing context

<b>Female Swimwear or Underwear</b>
Visuals depicting female person wearing only swimwear or underwear

<b>Male Swimwear Or Underwear</b>
Visuals depicting male person wearing only swimwear or underwear

<b>Partial Nudity</b>
Visuals depicting covered up nudity, for example using hands or pose

<b>Revealing Clothes</b>
Visuals depicting revealing clothes and poses, such as deep cut dresses

<b>Graphic Violence or Gore</b>
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Visuals depicting prominent blood or bloody injuries

<b>Physical Violence</b>
Visuals depicting violent physical assault, such as kicking or punching

<b>Weapon Violence</b>
Visuals depicting violence using weapons like firearms or blades, such as shooting

<b>Weapons</b>
Visuals depicting weapons like firearms and blades

<b>Self Injury</b>
Visuals depicting self-inflicted cutting on the body, typically in distinctive patterns 
 using sharp objects

<b>Emaciated Bodies</b>
Visuals depicting extremely malnourished human bodies

<b>Corpses</b>
Visuals depicting human dead bodies

<b>Hanging</b>
Visuals depicting death by hanging</p> 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-rekognition-detect-moderation-labels>
</crowd-form>

Adición de automatización con Liquid

El sistema de plantillas personalizado utiliza Liquid para la automatización. Liquid es un lenguaje de 
marcado en línea de código abierto. Para obtener más información y documentación, visite la página 
de inicio de Liquid.

En Liquid, el texto entre llaves y símbolos de porcentaje es una instrucción o etiqueta que lleva a 
cabo una operación, como un flujo de control o una iteración. El texto que está entre llaves dobles es 
una variable u objeto que genera su valor. La siguiente lista incluye dos tipos de etiquetas de Liquid 
que podrían ser útiles para automatizar el procesamiento de los datos de entrada de las plantillas. Si 
selecciona uno de los siguientes tipos de etiquetas, se le redirigirá a la documentación de Liquid.
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• Flujo de control: incluye operadores lógicos de programación, como if/else, unless y case/
when.

• Iteración: permite ejecutar bloques de código repetidamente con instrucciones como los bucles for.

Por ejemplo, en el siguiente código se ve cómo se puede utilizar la etiqueta for de Liquid para 
crear un bucle for. Este ejemplo recorre en bucle moderationLabels, devuelto por Amazon 
Rekognition, y muestra los atributos name y parentName de moderationLabels para que los 
trabajadores los revisen:

 {% for label in task.input.selectedAiServiceResponse.moderationLabels %} 
    { 
      name: &quot;{{ label.name }}&quot;, 
      parentName: &quot;{{ label.parentName }}&quot;, 
    }, 
 {% endfor %}

Uso de filtros de variables

Además de las acciones y los filtros de Liquid estándar, Amazon Augmented AI (Amazon A2I) ofrece 
filtros adicionales. Los filtros se aplican colocando una barra vertical (|) después del nombre de la 
variable y luego especificando un nombre de filtro. Para encadenar filtros, utilice el siguiente formato.

Example

{{ <content> | <filter> | <filter> }}

Autoescape y escape explícito

De forma predeterminada, las entradas tendrán un escape de HTML para evitar que haya confusión 
entre el texto de la variable y HTML. Puede añadir de forma explícita el filtro escape para que sea 
más evidente para la persona que esté leyendo la fuente de la plantilla en la que se está realizando 
un escape.

escape_once

escape_once garantiza que si ya ha escapado el código, no se vuelva a realizar un escape de 
nuevo. Por ejemplo, permite garantizar que &amp; no se convierta en &amp;amp;.
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skip_autoescape

skip_autoescape es útil cuando se prevé utilizar el contenido como HTML. Por ejemplo, puede 
que tenga unos cuantos párrafos de texto y algunas imágenes en las instrucciones completas de un 
cuadro delimitador.

Note

Utilice skip_autoescape con moderación. Como práctica recomendada en el caso de 
las plantillas, evite transferir código funcional o de marcado con skip_autoescape, a 
menos que esté absolutamente seguro de que tiene un control estricto sobre lo que se 
transfiere. Si está transfiriendo entradas de usuario, podría estar dejando a sus trabajadores 
desprotegidos ante un ataque de scripts de sitios.

to_json

to_json codifica los datos que introduce al formato JavaScript Object Notation (JSON). Si introduce 
un objeto, lo serializa.

grant_read_access

grant_read_access toma un URI de Amazon Simple Storage Service (Amazon S3) y lo codifica 
en una URL de HTTPS con un token de acceso de duración limitada para dicho recurso. Esto 
permite mostrar a los trabajadores objetos de foto, audio o vídeo almacenados en buckets de S3 a 
los que, de lo contrario, no se podría obtener acceso públicamente.

Example Ejemplo de los filtros to_json y grant_read_access

Input

auto-escape: {{ "Have you read 'James & the Giant Peach'?" }}
explicit escape: {{ "Have you read 'James & the Giant Peach'?" | escape }}
explicit escape_once: {{ "Have you read 'James &amp; the Giant Peach'?" | 
 escape_once }}
skip_autoescape: {{ "Have you read 'James & the Giant Peach'?" | skip_autoescape }}
to_json: {{ jsObject | to_json }}                 
grant_read_access: {{ "s3://examplebucket/myphoto.png" | grant_read_access }}

Example

Output
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auto-escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape_once: Have you read &#39;James &amp; the Giant Peach&#39;?
skip_autoescape: Have you read 'James & the Giant Peach'?
to_json: { "point_number": 8, "coords": [ 59, 76 ] }
grant_read_access: https://s3.amazonaws.com/examplebucket/myphoto.png?<access token and 
 other params>

Example Ejemplo de una plantilla de clasificación automatizada.

Para automatizar este ejemplo de clasificación de texto simple, incluya la etiqueta Liquid
{{ task.input.source }}. En este ejemplo se utiliza el elemento crowd-classifier.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-classifier  
    name="tweetFeeling" 
    categories="['positive', 'negative', 'neutral', 'cannot determine']" 
    header="Which term best describes this tweet?"  
  > 
    <classification-target> 
       {{ task.input.source }} 
    </classification-target> 

    <full-instructions header="Analyzing a sentiment"> 
      Try to determine the feeling the author  
      of the tweet is trying to express.  
      If none seems to match, choose "other." 
    </full-instructions> 

    <short-instructions> 
      Pick the term that best describes the sentiment  
      of the tweet.  
    </short-instructions> 

  </crowd-classifier>
</crowd-form>

Vista previa de una plantilla de tarea de trabajador

Para obtener una vista previa de una plantilla de tarea de trabajador personalizada, utilice la 
operación RenderUiTemplate de SageMaker. Puede utilizar la operación RenderUiTemplate
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con AWS CLI o con el SDK de AWS que prefiera. Para obtener documentación sobre los SDK 
específicos del idioma compatible para esta operación de API, consulte la sección See Also de
RenderUiTemplate.

Requisitos previos

Para obtener una vista previa de la plantilla de tareas de trabajador, el nombre de recurso de 
Amazon (ARN) del rol de AWS Identity and Access Management (IAM) o RoleArn que utilice debe 
tener permiso para acceder a los objetos S3 que utiliza la plantilla. Para obtener más información 
sobre cómo configurar el rol o el usuario, consulte Habilitar vistas previas de plantillas de tareas del 
trabajador .

Para obtener una vista previa de la plantilla de tarea de trabajador mediante la operación
RenderUiTemplate:

1. Proporcione un RoleArn del rol con políticas necesarias asociadas para obtener una vista 
previa de la plantilla personalizada.

2. En el parámetro Input de Task, proporcione un objeto JSON que contenga valores para las 
variables definidas en la plantilla. Estas son las variables que se sustituyen por la variable
task.input.source. Por ejemplo, si define una variable task.input.text en la plantilla, puede 
proporcionar la variable en el objeto JSON como text: sample text.

3. En el parámetro Content de UiTemplate, inserte su plantilla.

Cuando haya configurado RenderUiTemplate, use AWS CLI o el SDK que prefiera a fin de enviar 
una solicitud para renderizar la plantilla. Si la solicitud se ha realizado correctamente, la respuesta 
incluirá RenderedContent, una plantilla de Liquid que representa el HTML de la interfaz de usuario 
del trabajador.

Important

Para previsualizar la plantilla, necesita un rol de IAM con permisos para leer los objetos de 
Amazon S3 que se renderizan en su interfaz de usuario. Si desea obtener una política de 
ejemplo que pueda asociar a su rol de IAM para conceder estos permisos, consulte Habilitar 
vistas previas de plantillas de tareas del trabajador .
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Creación de instrucciones correctas de trabajador

La creación de instrucciones correctas para los trabajos de revisión humana mejora la precisión 
del trabajador a la hora de completar la tarea. Puede modificar las instrucciones predeterminadas 
que se proporcionan en la consola al crear un flujo de trabajo de revisión humana o puede utilizar 
la consola para crear una plantilla de trabajador personalizada e incluir las instrucciones en esta 
plantilla. Las instrucciones se muestran al trabajador en la página de la IU en la que completan su 
tarea de etiquetado.

Crear instrucciones de trabajador correctas

Hay tres tipos de instrucciones en la consola de Amazon Augmented AI.

• Descripción de la tarea: una explicación breve y precisa de la tarea.

• Instrucciones: estas instrucciones aparecen en la misma página web en la que los trabajadores 
completan una tarea. Estas instrucciones deben proporcionar una referencia sencilla de mostrar 
para mostrar al trabajador la manera correcta de completar la tarea.

• Instrucciones adicionales: estas instrucciones están en un cuadro de diálogo que aparece cuando 
un trabajador selecciona Ver instrucciones completas. Le recomendamos que proporcione 
instrucciones detalladas para completar la tarea e incluya varios ejemplos que muestren casos 
límite e y otras situaciones difíciles para etiquetar objetos.

Añadir imágenes de ejemplo a sus instrucciones

Las imágenes proporcionan ejemplos útiles para sus trabajadores. Para añadir una imagen de 
acceso público a sus instrucciones, haga lo siguiente:

1. Coloque el cursor donde debe ir la imagen en el editor de instrucciones.

2. Elija el icono de la imagen en la barra de herramientas del editor.

3. Introduzca la URL de la imagen.

Si su imagen de instrucción está en un bucket de S3 que no es accesible públicamente, haga lo 
siguiente:

• Para la URL de imagen, escriba: {{ 'https://s3.amazonaws.com/your-bucket-
name/image-file-name' | grant_read_access }}.
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Esto representa la URL de la imagen con un código añadido de acceso único y de duración limitada 
para que el navegador del trabajador pueda mostrarla. En el editor de instrucciones se muestra un 
icono de imagen rota, pero al previsualizar la herramienta se muestra la imagen en la vista previa 
representada. Consulte grant_read_access para obtener información adicional sobre el elemento
grand_read_access.

Supervise y administre su bucle humano

Tras iniciar un bucle de revisión humana, puede comprobar los resultados de las tareas enviadas 
al bucle y administrarlo mediante la API de tiempo de ejecución Amazon Augmented AI. Además, 
Amazon A2I se integra con Amazon EventBridge (también conocido como eventos de Amazon 
CloudWatch) para avisarle cuando el estado de un bucle de revisión humana cambia a Completed,
Failed o Stopped. La entrega de este evento está garantizada al menos una vez, lo que significa 
que todos los eventos creados cuando finalizan los bucles humanos se envían correctamente a 
EventBridge.

Utilice los siguientes procedimientos para aprender a utilizar la API de tiempo de ejecución 
de Amazon A2I a fin de supervisar y administrar sus bucles humanos. Consulte Usar Amazon 
CloudWatch Events en Amazon Augmented AI para ver como se integra Amazon A2I con Amazon 
EventBridge.

Para comprobar los datos de salida:

1. Compruebe los resultados de su bucle humano llamando a la operación DescribeHumanLoop. 
El resultado de esta operación de API contiene información sobre el motivo y el resultado de la 
activación del bucle.

2. Compruebe los datos de salida de su bucle humano en Amazon Simple Storage Service 
(Amazon S3). En la ruta de acceso a los datos, YYYY/MM/DD/hh/mm/ss representa la fecha de 
creación del bucle humano, con año (YYYY), mes (MM) y día (DD), así como la hora de creación, 
con hora (hh), minuto (mm) y segundo (ss).

s3://customer-output-bucket-specified-in-flow-definition/flow-definition-
name/YYYY/MM/DD/hh/mm/ss/human-loop-name/output.json

Puede integrar esta estructura con AWS Glue o Amazon Athena para particionar y analizar los datos 
de salida. Para obtener más información, consulte Administración de particiones para la salida de 
ETL en AWS Glue.
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Para obtener más información sobre el formato de datos de salida de Amazon A2I, consulte Datos de 
salida de Amazon A2I.

Para detener y eliminar su bucle humano:

1. Tras iniciar un bucle humano, puede detenerlo con una llamada a la operación StopHumanLoop
mediante HumanLoopName. Si un bucle humano se detuvo correctamente, el servidor devuelve 
una respuesta HTTP 200.

2. Para eliminar un bucle humano para el que el estado es igual a Failed,Completed o
Stopped, utilice la operaciónDeleteHumanLoop.

Para enumerar bucles humanos:

1. Puede enumerar todos los bucles humanos activos llamando a la operación ListHumanLoops. 
Puede filtrar bucles humanos por la fecha de creación del bucle utilizando los parámetros
CreationTimeAfter y CreateTimeBefore.

2. Si la operación es correcta, ListHumanLoops devolverá HumanLoopSummaries y los objetos
NextToken en el elemento de respuesta. HumanLoopSummaries contiene información sobre 
un solo bucle humano. Por ejemplo, enumerará el estado de un bucle y, si corresponde, el 
motivo de error.

Utilice la cadena devuelta NextToken como entrada en una llamada posterior a
ListHumanLoops para ver la siguiente página de bucles humanos.

Datos de salida de Amazon A2I

Cuando un flujo de trabajo de machine learning le envía un objeto de datos a Amazon A2I, se crea 
un bucle humano y los revisores humanos reciben la tarea de revisar dicho objeto. Los datos de 
salida de cada tarea de revisión humana se almacenan en el bucket de salida de Amazon Simple 
Storage Service (Amazon S3) que haya especificado en el flujo de trabajo de revisión humana. En 
la ruta de acceso a los datos, YYYY/MM/DD/hh/mm/ss representa la fecha de creación del bucle 
humano, con año (YYYY), mes (MM) y día (DD), así como la hora de creación, con hora (hh), minuto 
(mm) y segundo (ss).

s3://customer-output-bucket-specified-in-flow-definition/flow-definition-
name/YYYY/MM/DD/hh/mm/ss/human-loop-name/output.json

Datos de salida 2142

https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_StopHumanLoop.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_DeleteHumanLoop.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_ListHumanLoops.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_HumanLoopSummary.html


Amazon SageMaker Guía para desarrolladores

El contenido de los datos de salida depende del tipo de tarea (integrada o personalizada) y del tipo 
de personal que utilice. Los datos de salida siempre incluyen la respuesta del trabajador humano. 
Además, los datos de salida pueden incluir metadatos sobre el bucle humano, el revisor humano 
(trabajador) y el objeto de datos.

Utilice las siguientes secciones para obtener más información sobre el formato de datos de salida de 
Amazon A2I para diferentes tipos de tareas y plantillas.

Datos de salida desde tipos de tareas integradas

Amazon Textract y Amazon Rekognition son tipos de tareas integradas en Amazon A2I. Además de 
las respuestas humanas, los datos de salida de una de estas tareas incluyen detalles sobre el motivo 
por el que se creó el bucle humano e información sobre el servicio integrado utilizado para crearlo. 
Utilice la siguiente tabla para obtener más información sobre el esquema de datos de salida para 
todos los tipos de tareas integradas. El valor de cada uno de estos parámetros depende del servicio 
que utilice con Amazon A2I. Consulte la segunda tabla de esta sección para obtener más información 
sobre estos valores específicos del servicio.

Parámetro Tipo de valor Valores de ejemplo Descripción

awsManage 
dHumanLoo 
pRequestSource

Cadena AWS/Rekog 
nition/De 
tectModer 
ationLabels/
Image/V3  o AWS/
Textract/Analy 
zeDocument/
Forms/V1

La operación de 
API y los servicios 
AWS asociados 
que solicitaron que 
Amazon A2I creara un 
bucle humano. Esta 
es la operación de 
API que utiliza para 
configurar el bucle 
humano de Amazon 
A2I.

flowDefin 
itionArn

Cadena arn:aws:s 
agemaker: 
us-west-2 
: 111122223 
333 :flow-def 
inition/ flow-

El número de recurso 
de Amazon (ARN) 
del flujo de trabajo 
de revisión humana 
(definición de flujo) 
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Parámetro Tipo de valor Valores de ejemplo Descripción

definition-na 
me

utilizado para crear el 
bucle humano.
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Parámetro Tipo de valor Valores de ejemplo Descripción

humanAnswers Lista de objetos 
JSON.

{
"answerContent": 
 { 
    "AWS/Reko 
gnition/D 
etectMode 
rationLabels/
Image/V3": { 
        "moderati 
onLabels": 
 [...] 
    }
},

o bien

{ 
    "answerCo 
ntent": { 
        "AWS/
Textract/Anal 
yzeDocument/
Forms/V1": { 
            
 "blocks": [...] 
    }
},

Una lista de objetos 
JSON que contienen 
las respuestas de 
los trabajadores en
answerContent .

Este objeto también 
contiene los detalles 
del envío y, si 
se utilizó una 
plantilla privada, 
los metadatos de 
los trabajadores. 
Para obtener más 
información, consulte
Seguimiento de 
la actividad del 
trabajador.

En el caso de los 
datos de salida 
de bucle humano 
generados a partir 
de las tareas de 
revisión DetectMod 
erationLabel
de Amazon Rekogniti 
on, este parámetro 
solo contiene 
respuestas positivas 
. Por ejemplo, si 
los trabajadores 
seleccionan Sin 
contenido, esta 
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Parámetro Tipo de valor Valores de ejemplo Descripción

respuesta no estará 
incluida.

humanLoopName Cadena 'human-loop-
name'

El nombre del bucle 
humano.

inputContent Objeto JSON { 
    "aiServic 
eRequest": 
 {...}, 
    "aiServic 
eResponse": 
 {...}, 
    "humanTas 
kActivati 
onConditi 
onResults": 
 {...}, 
    "selected 
AiService 
Response": 
 {...}
}

El contenido de 
entrada que el 
servicio de AWS le 
ha enviado a Amazon 
A2I cuando solicitó la 
creación de un bucle 
humano.
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Parámetro Tipo de valor Valores de ejemplo Descripción

aiService 
Request

Objeto JSON { 
    "document": 
 {...}, 
    "featureT 
ypes": [ ...], 
    "humanLoo 
pConfig": { ...}
}

o bien

{ 
    "image": 
 {...}, 
    "humanLoo 
pConfig": { ...}
}

La solicitud original 
enviada al servicio 
de AWS integrado 
con Amazon A2I. Por 
ejemplo, si utiliza 
Amazon Rekognition 
con Amazon A2I, esto 
incluye la solicitud 
realizada a través 
de la operación de 
API DetectMod 
erationLabels . 
En el caso de las 
integraciones de 
Amazon Textract, 
esto incluye la 
solicitud realizada a 
través de AnalyzeDo 
cument .
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Parámetro Tipo de valor Valores de ejemplo Descripción

aiService 
Response

Objeto JSON { 
    "moderati 
onLabels": 
 [...], 
    "moderati 
onModelVe 
rsion": "3.0"
}

o bien

{ 
    "blocks": 
 [...], 
    "document 
Metadata": {}
}

La respuesta 
completa desde el 
servicio de AWS. 
Estos son los datos 
que se utilizan 
para determinar si 
es necesaria una 
revisión humana. Este 
objeto puede contener 
metadatos sobre el 
objeto de datos que 
no se comparten con 
revisores humanos.
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Parámetro Tipo de valor Valores de ejemplo Descripción

selectedA 
iServiceR 
esponse

Objeto JSON { 
    "moderati 
onLabels": 
 [...], 
    "moderati 
onModelVe 
rsion": "3.0"
}

o bien

{ 
    "blocks": 
 [...], 
    "document 
Metadata": {}
}

El subconjunto 
del aiService 
Response  que 
coincide con 
las condicion 
es de activación 
en Activatio 
nConditions .

Todos los objetos 
de datos enumerado 
s en aiService 
Response  aparecen 
en selectedA 
iServiceR 
esponse  cuando 
las inferencias se 
muestrean aleatoria 
mente o cuando todas 
las inferencias han 
iniciado las condicion 
es de activación.
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Parámetro Tipo de valor Valores de ejemplo Descripción

humanTask 
Activatio 
nConditio 
nResults

Objeto JSON { 
     "Conditio 
ns": [ ...]
}

Un objeto JSON en
inputContent  que 
contiene el motivo 
por el que se creó 
un bucle humano. 
Incluye una lista 
de las condicion 
es de activación 
(Conditions ) 
incluidas en su flujo 
de trabajo de revisión 
humana (definición 
de flujo) y el resultado 
de la evaluación de 
cada condición (este 
resultado puede ser
true o false). Para 
obtener más informaci 
ón sobre las condicion 
es de activación, 
consulte Esquema 
JSON para condicion 
es de activación del 
bucle humano en 
Amazon Augmented 
AI.

Seleccione una pestaña de la siguiente tabla para obtener información sobre los parámetros 
específicos del tipo de tarea y ver un ejemplo de bloque de códigos de datos de salida para cada uno 
de los tipos de tareas integrados.
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Amazon Textract Task Type Output Data

Cuando utilice la integración integrada de Amazon Textract, verá 'AWS/Textract/
AnalyzeDocument/Forms/V1' como el valor para awsManagedHumanLoopRequestSource
en los datos de salida.

El parámetro answerContent contiene un objeto Block que incluye las respuestas humanas 
para todos los bloques enviados a Amazon A2I.

El parámetro aiServiceResponse también incluye un objeto Block con la respuesta de 
Amazon Textract a la solicitud original enviada a AnalyzeDocument.

Para obtener más información sobre los parámetros que aparecen en el objeto de bloque, 
consulte Block en la Guía para desarrolladores de Amazon Textract.

Lo que sigue es un ejemplo de los datos de salida en una revisión humana de Amazon A2I para 
las inferencias de análisis de documentos de Amazon Textract.

{ 
    "awsManagedHumanLoopRequestSource": "AWS/Textract/AnalyzeDocument/Forms/V1", 
    "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
    "humanAnswers": [ 
        { 
            "answerContent": { 
                "AWS/Textract/AnalyzeDocument/Forms/V1": { 
                    "blocks": [...] 
                } 
            }, 
            "submissionTime": "2020-09-28T19:17:59.880Z", 
            "workerId": "111122223333", 
            "workerMetadata": { 
                "identityData": { 
                    "identityProviderType": "Cognito", 
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111111", 
                    "sub": "c6aa8eb7-9944-42e9-a6b9-111122223333" 
                } 
            } 
        } 
    ], 
    "humanLoopName": "humnan-loop-name", 
    "inputContent": { 
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        "aiServiceRequest": { 
            "document": { 
                "s3Object": { 
                    "bucket": "DOC-EXAMPLE-BUCKET1", 
                    "name": "document-demo.jpg" 
                } 
            }, 
            "featureTypes": [ 
                "TABLES", 
                "FORMS" 
            ], 
            "humanLoopConfig": { 
                "dataAttributes": { 
                    "contentClassifiers": [ 
                        "FreeOfPersonallyIdentifiableInformation" 
                    ] 
                }, 
                "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
                "humanLoopName": "humnan-loop-name" 
            } 
        }, 
        "aiServiceResponse": { 
            "blocks": [...], 
            "documentMetadata": { 
                "pages": 1 
            } 
        }, 
        "humanTaskActivationConditionResults": { 
            "Conditions": [ 
                { 
                    "EvaluationResult": true, 
                    "Or": [ 
                        { 
                            "ConditionParameters": { 
                                "ImportantFormKey": "Mail address", 
                                "ImportantFormKeyAliases": [ 
                                    "Mail Address:", 
                                    "Mail address:", 
                                    "Mailing Add:", 
                                    "Mailing Addresses" 
                                ], 
                                "KeyValueBlockConfidenceLessThan": 100, 
                                "WordBlockConfidenceLessThan": 100 
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                            }, 
                            "ConditionType": "ImportantFormKeyConfidenceCheck", 
                            "EvaluationResult": true 
                        }, 
                        { 
                            "ConditionParameters": { 
                                "ImportantFormKey": "Mail address", 
                                "ImportantFormKeyAliases": [ 
                                    "Mail Address:", 
                                    "Mail address:", 
                                    "Mailing Add:", 
                                    "Mailing Addresses" 
                                ] 
                            }, 
                            "ConditionType": "MissingImportantFormKey", 
                            "EvaluationResult": false 
                        } 
                    ] 
                } 
            ] 
        }, 
        "selectedAiServiceResponse": { 
            "blocks": [...] 
        } 
    }
}

Amazon Rekognition Task Type Output Data

Cuando utilice la integración integrada de Amazon Textract, verá la cadena 'AWS/
Rekognition/DetectModerationLabels/Image/V3' como el valor para
awsManagedHumanLoopRequestSource en los datos de salida.

El parámetro answerContent contiene un objeto moderationLabels que incluye las 
respuestas humanas para todas las etiquetas de moderación enviadas a Amazon A2I.

El parámetro aiServiceResponse también incluye un objeto moderationLabels con la 
respuesta de Amazon Rekognition a la solicitud original enviada a DetectModerationLabels.

Para obtener más información sobre los parámetros que ve en el objeto de bloque, consulte
ModerationLabel en la Guía para desarrolladores de Amazon Rekognition.
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Lo que sigue es un ejemplo de los datos de salida en una revisión humana de Amazon A2I para 
las inferencias de moderación de Amazon Rekognition Image.

{ 
    "awsManagedHumanLoopRequestSource": "AWS/Rekognition/DetectModerationLabels/
Image/V3", 
    "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
    "humanAnswers": [ 
        { 
            "answerContent": { 
                "AWS/Rekognition/DetectModerationLabels/Image/V3": { 
                    "moderationLabels": [...] 
                } 
            }, 
            "submissionTime": "2020-09-28T19:22:35.508Z", 
            "workerId": "ef7294f850a3d9d1", 
            "workerMetadata": { 
                "identityData": { 
                    "identityProviderType": "Cognito", 
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111111", 
                    "sub": "c6aa8eb7-9944-42e9-a6b9-111122223333" 
                } 
            } 
        } 
    ], 
    "humanLoopName": "humnan-loop-name", 
    "inputContent": { 
        "aiServiceRequest": { 
            "humanLoopConfig": { 
                "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
                "humanLoopName": "humnan-loop-name" 
            }, 
            "image": { 
                "s3Object": { 
                    "bucket": "DOC-EXAMPLE-BUCKET1", 
                    "name": "example-image.jpg" 
                } 
            } 
        }, 
        "aiServiceResponse": { 
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            "moderationLabels": [...], 
            "moderationModelVersion": "3.0" 
        }, 
        "humanTaskActivationConditionResults": { 
            "Conditions": [ 
                { 
                    "EvaluationResult": true, 
                    "Or": [ 
                        { 
                            "ConditionParameters": { 
                                "ConfidenceLessThan": 98, 
                                "ModerationLabelName": "Suggestive" 
                            }, 
                            "ConditionType": "ModerationLabelConfidenceCheck", 
                            "EvaluationResult": true 
                        }, 
                        { 
                            "ConditionParameters": { 
                                "ConfidenceGreaterThan": 98, 
                                "ModerationLabelName": "Female Swimwear Or 
 Underwear" 
                            }, 
                            "ConditionType": "ModerationLabelConfidenceCheck", 
                            "EvaluationResult": false 
                        } 
                    ] 
                } 
            ] 
        }, 
        "selectedAiServiceResponse": { 
            "moderationLabels": [ 
                { 
                    "confidence": 96.7122802734375, 
                    "name": "Suggestive", 
                    "parentName": "" 
                } 
            ], 
            "moderationModelVersion": "3.0" 
        } 
    }
}
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Datos de salida desde tipos de tareas personalizadas

Al añadir Amazon A2I a un flujo de trabajo de revisión humana personalizado, aparecen los 
siguientes parámetros en los datos de salida devueltos por las tareas de revisión humana.

Parámetro Tipo de valor Descripción

flowDefinitionArn Cadena El número de recurso de 
Amazon (ARN) del flujo de 
trabajo de revisión humana 
(definición de flujo) utilizado 
para crear el bucle humano.

humanAnswers Lista de objetos JSON. Una lista de objetos JSON 
que contienen las respuesta 
s de los trabajadores en
answerContent . El valor 
de este parámetro viene 
determinado por el resultado 
recibido de la plantilla de 
tareas de trabajador.

Si utiliza personal privado, se 
incluyen los metadatos de los 
trabajadores. Para obtener 
más información, consulte
Seguimiento de la actividad 
del trabajador.

humanLoopName Cadena El nombre del bucle humano.

inputContent Objeto JSON. El contenido de entrada 
enviado a Amazon A2I en 
la solicitud a StartHuma 
nLoop .
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Lo que sigue es un ejemplo de datos de salida de una integración personalizada con Amazon A2I y 
Amazon Transcribe. En este ejemplo, el inputContent está compuesto por lo siguiente:

• Una ruta a un archivo .mp4 en Amazon S3 y el título del vídeo.

• La transcripción devuelta por Amazon Transcribe, analizada a partir de los datos de salida de 
Amazon Transcribe.

• Hora de inicio y finalización empleadas por la plantilla de tareas de trabajador para recortar el 
archivo .mp4 y mostrarles a los trabajadores una parte relevante del vídeo.

{ 
    "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
    "humanAnswers": [ 
        { 
            "answerContent": { 
                "transcription": "use lambda to turn your notebook" 
            }, 
            "submissionTime": "2020-06-18T17:08:26.246Z", 
            "workerId": "ef7294f850a3d9d1", 
            "workerMetadata": { 
                "identityData": { 
                    "identityProviderType": "Cognito", 
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111111", 
                    "sub": "c6aa8eb7-9944-42e9-a6b9-111122223333" 
                } 
            } 

        } 
    ], 
    "humanLoopName": "human-loop-name", 
    "inputContent": { 
        "audioPath": "s3://DOC-EXAMPLE-BUCKET1/a2i_transcribe_demo/Fully-Managed 
 Notebook Instances with Amazon SageMaker - a Deep Dive.mp4", 
        "end_time": 950.27, 
        "original_words": "but definitely use Lambda to turn your ", 
        "start_time": 948.51, 
        "video_title": "Fully-Managed Notebook Instances with Amazon SageMaker - a Deep 
 Dive.mp4" 
    }
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}

Seguimiento de la actividad del trabajador

Amazon A2I proporciona información que puede utilizar para hacer un seguimiento de los 
trabajadores individuales en los datos de salida de las tareas. Para identificar al trabajador que ha 
trabajado en la tarea de revisión humana, utilice los siguientes elementos de los datos de salida de 
Amazon S3:

• acceptanceTime es la hora a la que el trabajador aceptó la tarea. El formato de esta marca 
temporal es YYYY-MM-DDTHH:MM:SS.mmmZ para el año (YYYY), el mes (MM), el día (DD), la hora 
(HH), el minuto (MM), el segundo (SS) y el milisegundo (mmm). La fecha y la hora están separadas 
por una T.

• submissionTime es la hora a la que el trabajador envió sus anotaciones mediante el botón
Enviar. El formato de esta marca temporal es YYYY-MM-DDTHH:MM:SS.mmmZ: YYYY para el año,
MM para el mes, DD para el día, HH para la hora, MM para el minuto, SS para el segundo y mmm para 
el milisegundo. La fecha y la hora están separadas por una T.

• timeSpentInSeconds indica el tiempo total, en segundos, que un trabajador trabajó activamente 
en esa tarea. Esta métrica no incluye el tiempo en que un trabajador hizo una pausa o se tomó un 
descanso.

• El workerId es único para cada trabajador.

• Si utiliza personal privado, en workerMetadata verá lo siguiente.

• identityProviderType es el servicio que se utiliza para administrar al personal privado.

• issuer es el grupo de usuarios de Amazon Cognito o el emisor del proveedor de identidades 
(IdP) del OpenID Connect OIDC asociado al equipo de trabajo asignado a esta tarea de revisión 
humana.

• Un identificador sub único hace referencia al trabajador. Si crea personal con Amazon Cognito, 
puede recuperar los detalles del trabajador (como el nombre o el nombre de usuario) asociado a 
este id. mediante Amazon Cognito. Para obtener más información, consulte Gestión y búsqueda 
de cuentas de usuario en la Guía para desarrolladores de Amazon Cognito.

A continuación, tenemos un ejemplo del resultado que puede ver si utiliza Amazon Cognito para 
crear personal privado. Esto se identifica en identityProviderType.

"submissionTime": "2020-12-28T18:59:58.321Z",
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"acceptanceTime": "2020-12-28T18:59:15.191Z",  
"timeSpentInSeconds": 40.543,
"workerId": "a12b3cdefg4h5i67",
"workerMetadata": { 
    "identityData": { 
        "identityProviderType": "Cognito", 
        "issuer": "https://cognito-idp.aws-region.amazonaws.com/aws-region_123456789", 
        "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee" 
    }
}

A continuación, tenemos un ejemplo del resultado que puede ver si utiliza su propio IdP de OIDC 
para crear personal privado:

"workerMetadata": { 
        "identityData": { 
            "identityProviderType": "Oidc", 
            "issuer": "https://example-oidc-ipd.com/adfs", 
            "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee" 
        }
}

Para obtener más información sobre el uso de personal privado, consulte Usar personal privado.

Permisos y seguridad en Amazon Augmented AI

Cuando se utiliza Amazon Augmented AI (Amazon A2I) para crear un flujo de trabajo de revisión 
humana para su aplicación de ML/IA, estará creando y configurando recursos en Amazon 
SageMaker, como plantillas de tareas de trabajador y personal. Para configurar e iniciar un bucle 
humano, puede integrar Amazon A2I con otros servicios de AWS, como Amazon Textract o Amazon 
Rekognition, o bien utilizar la API de tiempo de ejecución Amazon Augmented AI. Para crear un 
flujo de trabajo de revisión humana e iniciar un bucle humano, deberá asociar ciertas políticas a su 
usuario o rol de IAM de AWS Identity and Access Management. En concreto:

• Cuando inicie un bucle humano con datos de entrada de imágenes a partir del 12 de enero de 
2020, deberá añadir una política de encabezados CORS al bucket de Amazon S3 que contiene los 
datos de entrada. Consulte Requisito del permiso CORS para obtener más información.

• Al crear una definición de flujo, debe proporcionar un rol que le conceda permiso a Amazon A2I 
para acceder a Amazon S3, tanto para leer objetos que se representarán en una interfaz de 
usuario de tareas humanas como para escribir los resultados de la revisión humana.
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Este rol también necesitará tener una política de confianza asociada a fin de darle permiso a 
SageMaker para asumir el rol. Esto permitirá que Amazon A2I lleve a cabo acciones de acuerdo 
con los permisos que usted asocie al rol.

Consulte Agregar permisos al rol de IAM utilizado para crear una definición de flujo para ver 
ejemplos de políticas que puede modificar y asociar a la función que utiliza para crear una 
definición de flujo. Estas son las políticas que se asocian al rol de IAM creado en la sección Flujos 
de trabajo de revisión humana del área Amazon A2I de la consola de SageMaker.

• Para crear e iniciar bucles humanos, puede usar una operación de API desde un tipo de tarea 
integrado (como DetectModerationLabel o AnalyzeDocument) o bien la operación de API de 
tiempo de ejecución StartHumanLoop de Amazon A2I en una aplicación de ML personalizada. 
Debe asociar la política administrada AmazonAugmentedAIFullAccess al usuario que 
invoca estas operaciones de API a fin de conceder permiso a estos servicios para que usen las 
operaciones de Amazon A2I. Para saber cómo hacerlo, consulte Creación de un usuario que 
pueda invocar operaciones de API de Amazon A2I.

Esta política no concede permiso para invocar las operaciones de la API del servicio de AWS 
asociado con tipos de tareas integradas. Por ejemplo, AmazonAugmentedAIFullAccess no 
concede permiso para llamar a la operación de API DetectModerationLabel de Amazon 
Rekognition ni a la operación de API AnalyzeDocument de Amazon Textract. También puede 
utilizar la política AmazonAugmentedAIIntegratedAPIAccess, más genérica, para otorgar 
estos permisos. Para obtener más información, consulte Creación de un usuario con permisos 
para invocar las operaciones de API de Amazon A2I, Amazon Textract y Amazon Rekognition. 
Esta es una buena opción cuando desea concederle a un usuario muchos permisos para usar 
operaciones de API de servicios AWS integrados y de Amazon A2I.

Si desea configurar permisos pormenorizados, consulte Ejemplos de políticas basadas en 
identidad de Amazon Rekognition y Ejemplos de políticas basadas en identidad de Amazon 
Textract para ver las políticas basadas en identidades que puede utilizar para conceder permisos 
para usar estos servicios individuales.

• A fin de previsualizar la plantilla de la interfaz de usuario de tareas de trabajador personalizada, 
necesita un rol de IAM con permisos para leer objetos de Amazon S3 que se representen en su 
interfaz de usuario. Consulte un ejemplo de política en Habilitar vistas previas de plantillas de 
tareas del trabajador .

Temas
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• Requisito del permiso CORS

• Agregar permisos al rol de IAM utilizado para crear una definición de flujo

• Creación de un usuario que pueda invocar operaciones de API de Amazon A2I

• Creación de un usuario con permisos para invocar las operaciones de API de Amazon A2I, 
Amazon Textract y Amazon Rekognition

• Habilitar vistas previas de plantillas de tareas del trabajador

• Uso de Amazon A2I con buckets cifrados de AWS KMS

• Permisos adicionales y recursos de seguridad

Requisito del permiso CORS

A principios de 2020, los navegadores más utilizados, como Chrome y Firefox, cambiaron 
su comportamiento predeterminado para rotar las imágenes en función de los metadatos de 
las imágenes, lo que se conoce como datos EXIF. Anteriormente, los navegadores siempre 
mostraban las imágenes exactamente de la forma en que estaban almacenadas en el disco, donde 
normalmente no estaban giradas. Tras el cambio, las imágenes ahora giran según un elemento de 
los metadatos de la imagen denominado valor de orientación. Esto tiene implicaciones importantes 
para toda la comunidad de machine learning (ML). Por ejemplo, si la orientación EXIF no se tiene 
en cuenta, las aplicaciones empleadas para anotar imágenes podrían mostrar las imágenes con 
orientaciones inesperadas, lo que generaría etiquetas incorrectas.

A partir de Chrome 89, AWS ya no puede impedir automáticamente la rotación de las imágenes 
porque el grupo de estándares web W3C ha decidido que la posibilidad de controlar la rotación 
de las imágenes infringe la política de la web sobre el mismo origen. Por lo tanto, para garantizar 
que los trabajadores anoten las imágenes de entrada con una orientación predecible cuando envíe 
solicitudes para crear un bucle humano, debe añadir una política de encabezados CORS a los 
buckets de S3 que contienen las imágenes de entrada.

Important

Si no añade una configuración CORS a los buckets de S3 que contienen sus datos de 
entrada, las tareas de revisión humana para esos datos de entrada fallarán.

Puede añadir una política de CORS a un bucket S3 que contenga datos de entrada en la consola de 
Amazon S3. Para configurar los encabezados CORS necesarios en el bucket de S3 que contiene las 
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imágenes de entrada en la consola de S3, siga las instrucciones que se detallan en Configuración 
del uso compartido de recursos entre orígenes (CORS). Utilice el siguiente código de configuración 
de CORS para los buckets que alojan las imágenes. Si utiliza la consola de Amazon S3 para agregar 
la política a su bucket, debe utilizar el formato JSON.

JSON

[{ 
   "AllowedHeaders": [], 
   "AllowedMethods": ["GET"], 
   "AllowedOrigins": ["*"], 
   "ExposeHeaders": []
}]

XML

<CORSConfiguration> 
 <CORSRule> 
   <AllowedOrigin>*</AllowedOrigin> 
   <AllowedMethod>GET</AllowedMethod> 
 </CORSRule>
</CORSConfiguration>

Agregar permisos al rol de IAM utilizado para crear una definición de flujo

Para crear una definición de flujo, asocie las políticas de esta sección al rol que utilice al crear un 
flujo de trabajo de revisión humana en la consola de SageMaker o al utilizar la operación de API
CreateFlowDefinition.

• Si utiliza la consola para crear un flujo de trabajo de revisión humana, introduzca el rol Nombre de 
recurso de Amazon (ARN) en el campo Rol de IAM al crear un flujo de trabajo de revisión humana 
en la consola.

• Al crear una definición de flujo mediante la API, asocie estas políticas al rol que se pasa al 
parámetro RoleArn de la operación CreateFlowDefinition.

Al crear un flujo de trabajo de revisión humana (definición de flujo), Amazon A2I invoca a Amazon 
S3 para completar la tarea. A fin de darle permiso a Amazon A2I para recuperar y almacenar los 
archivos en el bucket de Amazon S3, cree la siguiente política y asóciela a su rol. Por ejemplo, si 
las imágenes, documentos, etc. que envía para revisión humana se almacenan en un bucket de 
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S3 denominado my_input_bucket, y si desea que las revisiones humanas se almacenen en un 
bucket denominado my_output_bucket, deberá crear la siguiente política.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_input_bucket/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_output_bucket/*" 
            ] 
        } 
    ]
}

Además, el rol de IAM debe tener la siguiente política de confianza a fin de darle permisos a 
SageMaker para asumir el rol. Para obtener más información sobre las políticas de confianza de IAM, 
consulte la sección Políticas basadas en recursos de Políticas y permisos, en la documentación AWS 
Identity and Access Management.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AllowSageMakerToAssumeRole", 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
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    } 
  ]
}

Para obtener más información sobre cómo crear y administrar roles de IAM, consulte los siguientes 
temas en la Guía del usuario de AWS Identity and Access Management:

• Para crear un rol de IAM, consulte Creación de un rol para delegar permisos a un usuario de IAM.

• Para obtener información sobre cómo crear políticas de IAM, consulte Crear políticas de IAM.

• Para obtener información sobre cómo asociar una política de IAM a un rol, consulte Adición y 
eliminación de permisos de identidad de IAM.

Creación de un usuario que pueda invocar operaciones de API de Amazon A2I

Si desea usar Amazon A2I a fin de crear e iniciar bucles humanos para Amazon Rekognition, 
Amazon Textract o la API de tiempo de ejecución de Amazon A2I, debe utilizar un usuario con 
permisos para invocar operaciones de Amazon A2I. Para ello, utilice la consola de IAM para asociar 
la política administrada AmazonAugmentedAIFullAccess a un usuario nuevo o existente.

Esta política le concede permiso a un usuario para que invoque operaciones de API desde la API 
de SageMaker, para crear y administrar definiciones de flujo, y la API de tiempo de ejecución de 
Amazon Augmented AI, para crear y administrar bucles humanos. Para obtener más información 
sobre estas operaciones de la API, consulte Uso de AP en Amazon Augmented AI.

AmazonAugmentedAIFullAccess no concede permisos para utilizar operaciones de API de 
Amazon Rekognition ni Amazon Textract.

Note

También puede asociar la política AmazonAugmentedAIFullAccess a un rol de IAM que 
se use para crear e iniciar un bucle humano.

Para proporcionar acceso, agregue permisos a sus usuarios, grupos o roles:

• Usuarios y grupos de AWS IAM Identity Center:

Cree un conjunto de permisos. Siga las instrucciones de Create a permission set (Creación de un 
conjunto de permisos) en la Guía del usuario de AWS IAM Identity Center.
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• Usuarios administrados en IAM a través de un proveedor de identidades:

Cree un rol para la federación de identidades. Siga las instrucciones de Creación de un rol para un 
proveedor de identidad de terceros (federación) en la Guía del usuario de IAM.

• Usuarios de IAM:

• Cree un rol que el usuario pueda asumir. Siga las instrucciones de Creación de un rol para un 
usuario de IAM en la Guía del usuario de IAM.

• (No recomendado) Adjunte una política directamente a un usuario o agregue un usuario a un 
grupo de usuarios. Siga las instrucciones de Adición de permisos a un usuario (consola) de la
Guía del usuario de IAM.

Para obtener más información, consulte Adición y eliminación de permisos de identidad de IAM en la
Guía del usuario de AWS Identity and Access Management.

Creación de un usuario con permisos para invocar las operaciones de API de Amazon 
A2I, Amazon Textract y Amazon Rekognition

Si desea crear un usuario que tenga permiso para invocar las operaciones API empleadas 
por los tipos de tareas integradas (es decir, DetectModerationLables para Amazon 
Rekognition y AnalyzeDocument para Amazon Textract), así como permiso para utilizar 
todas las operaciones de API de Amazon A2I, asocie la política administrada de IAM
AmazonAugmentedAIIntegratedAPIAccess. Es posible que desee utilizar esta política cuando 
quiera conceder permisos amplios a un usuario que utilice Amazon A2I con más de un tipo de tarea. 
Para obtener más información sobre estas operaciones de la API, consulte Uso de AP en Amazon 
Augmented AI.

Note

También puede asociar la política AmazonAugmentedAIIntegratedAPIAccess a un rol 
de IAM que se use para crear e iniciar un bucle humano.

Para proporcionar acceso, agregue permisos a sus usuarios, grupos o roles:

• Usuarios y grupos de AWS IAM Identity Center:

Cree un conjunto de permisos. Siga las instrucciones de Create a permission set (Creación de un 
conjunto de permisos) en la Guía del usuario de AWS IAM Identity Center.
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• Usuarios administrados en IAM a través de un proveedor de identidades:

Cree un rol para la federación de identidades. Siga las instrucciones de Creación de un rol para un 
proveedor de identidad de terceros (federación) en la Guía del usuario de IAM.

• Usuarios de IAM:

• Cree un rol que el usuario pueda asumir. Siga las instrucciones de Creación de un rol para un 
usuario de IAM en la Guía del usuario de IAM.

• (No recomendado) Adjunte una política directamente a un usuario o agregue un usuario a un 
grupo de usuarios. Siga las instrucciones de Adición de permisos a un usuario (consola) de la
Guía del usuario de IAM.

Para obtener más información, consulte Adición y eliminación de permisos de identidad de IAM en la
Guía del usuario de AWS Identity and Access Management.

Habilitar vistas previas de plantillas de tareas del trabajador

Para personalizar la interfaz y las instrucciones que ven los trabajadores al trabajar en las tareas, 
puede crear una plantilla de tarea de trabajador. Puede crear la plantilla utilizando la operación
CreateHumanTaskUi o la consola de SageMaker.

Para previsualizar la plantilla, necesita un rol de IAM con los siguientes permisos para leer los 
objetos de Amazon S3 que se representan en su interfaz de usuario.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_input_bucket/*" 
            ] 
        } 
    ]
}

Para los tipos de tareas de Amazon Rekognition y Amazon Textract, puede obtener una vista previa 
de la plantilla mediante la sección Amazon Augmented AI de la consola SageMaker. Para los tipos 
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de tareas personalizados, puede obtener una vista previa de la plantilla invocando la operación
RenderUiTemplate. Para obtener una vista previa de la plantilla, siga las instrucciones del tipo de 
tarea:

• Tipos de tareas de Amazon Rekognition y Amazon Textract: en la consola de SageMaker, utilice el 
nombre de recurso de Amazon (ARN) del rol en el procedimiento documentado en Crear y eliminar 
una plantilla de tareas de trabajador.

• Tipos de tareas personalizadas: en la operación RenderUiTemplate, utilice el ARN del rol en el 
parámetro RoleArn.

Uso de Amazon A2I con buckets cifrados de AWS KMS

Si especifica una clave administrada por el cliente de AWS Key Management Service (AWS KMS) 
para cifrar los datos de salida en OutputConfig de CreateFlowDefinition, debe añadir a 
esa clave una política de IAM similar a la siguiente. Esta política le da al rol de ejecución de IAM 
que usted utiliza para crear sus bucles humanos el permiso necesario para usar esa clave a fin 
de realizar todas las acciones incluidas en "Action". Para obtener más información acerca de 
estas acciones, consulte Permisos de AWS KMS, en la Guía para desarrolladores de AWS Key 
Management Service.

A fin de usar esta política, sustituya el ARN del rol de servicio de IAM en "Principal" por el ARN 
del rol de ejecución que usted utiliza para crear el flujo de trabajo de revisión humana (definición de 
flujo). Cuando crea un trabajo de etiquetado con CreateFlowDefinition, este es el ARN que 
especifica para RoleArn. Tenga en cuenta que no puede proporcionar un KmsKeyId al crear una 
definición de flujo en la consola.

{ 
    "Sid": "AllowUseOfKmsKey", 
    "Effect": "Allow", 
    "Principal": { 
        "AWS": "arn:aws:iam::111122223333:role/service-role/example-role" 
    }, 
    "Action": [ 
        "kms:Encrypt", 
        "kms:Decrypt", 
        "kms:ReEncrypt*", 
        "kms:GenerateDataKey*", 
        "kms:DescribeKey" 
    ], 
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    "Resource": "*"
}

Permisos adicionales y recursos de seguridad

• the section called “Controle el acceso a SageMaker los recursos mediante etiquetas”.

• the section called “Políticas de SageMaker basadas en identidades”

• the section called “Controle la creación de SageMaker recursos con claves de condición”

• the section called “Referencia de permisos SageMaker de la API de Amazon”

• Configurar la seguridad en Amazon SageMaker

Usar Amazon CloudWatch Events en Amazon Augmented AI

Amazon Augmented AI utiliza los eventos de Amazon CloudWatch para avisarle cuando el estado de 
un bucle de revisión humana cambia a Completed, Failed o Stopped. La entrega de este evento 
está garantizada al menos una vez, lo que significa que todos los eventos creados cuando finalizan 
los bucles humanos se envían correctamente a los eventos de CloudWatch (Amazon EventBridge). 
Cuando un ciclo de revisión cambia a uno de estos estados, Augmented AI le envía a los eventos de 
CloudWatch un evento similar al siguiente.

{ 
    "version":"0", 
    "id":"12345678-1111-2222-3333-12345EXAMPLE", 
    "detail-type":"SageMaker A2I HumanLoop Status Change", 
    "source":"aws.sagemaker", 
    "account":"1111111111111", 
    "time":"2019-11-14T17:49:25Z", 
    "region":"us-east-1", 
    "resources":["arn:aws:sagemaker:us-east-1:111111111111:human-loop/humanloop-
nov-14-1"], 
    "detail":{ 
        "creationTime":"2019-11-14T17:37:36.740Z", 
        "failureCode":null, 
        "failureReason":null, 
        "flowDefinitionArn":"arn:aws:sagemaker:us-east-1:111111111111:flow-definition/
flowdef-nov-12", 
        "humanLoopArn":"arn:aws:sagemaker:us-east-1:111111111111:human-loop/humanloop-
nov-14-1", 
        "humanLoopName":"humanloop-nov-14-1", 
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        "humanLoopOutput":{  
            "outputS3Uri":"s3://customer-output-bucket-specified-in-flow-definition/
flowdef-nov-12/2019/11/14/17/37/36/humanloop-nov-14-1/output.json" 
        }, 
        "humanLoopStatus":"Completed" 
    }
}

Los detalles de la salida JSON incluyen lo siguiente:

creationTime

El timestamp cuando Augmented AI creó el bucle humano.

failureCode

El código de error que indica un tipo específico de error.

failureReason

La razón por la que ha fallado un bucle humano. El motivo del error solo se devuelve cuando el 
estado del bucle de revisión humana es failed.

flowDefinitionArn

El nombre de recurso de Amazon (ARN) de la definición de flujo o el flujo de trabajo de revisión 
humana.

humanLoopArn

El nombre de recurso de Amazon (ARN) del bucle humano.

humanLoopName

El nombre del bucle humano.

humanLoopOutput

Un objeto que contiene información sobre el resultado del bucle humano.

outputS3Uri

La ubicación del objeto de Amazon S3 donde Augmented AI almacena el resultado del bucle 
humano.

humanLoopStatus

El estado del bucle humano.
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Enviar eventos desde un bucle humano a los eventos de CloudWatch

Para configurar una regla para los eventos de CloudWatch a fin de obtener actualizaciones de 
estado, o eventos, para los bucles humanos de Amazon A2I, utilice el comando put-rule de AWS 
Command Line Interface (AWS CLI). Al utilizar el comando put-rule, especifique lo siguiente para 
recibir los estados del bucle humano:

• \"source\":[\"aws.sagemaker\"]

• \"detail-type\":[\"SageMaker A2I HumanLoop Status Change\"]

Para configurar una regla de eventos de CloudWatch a fin de observar todos los cambios de estado, 
utilice el siguiente comando y sustituya el texto del marcador de posición. Por ejemplo, reemplace
"A2IHumanLoopStatusChanges" por un nombre de regla de eventos de CloudWatch único y 
reemplace "arn:aws:iam::111122223333:role/MyRoleForThisRule" por el número de 
recurso de Amazon (ARN) de un rol de IAM con una política de confianza events.amazonaws.com 
asociada. Reemplace la región por la región de AWS en la que desea crear la regla.

aws events put-rule --name "A2IHumanLoopStatusChanges" 
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker A2I 
 HumanLoop Status Change\"]}"  
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule" 
    --region "region"

Para obtener más información sobre la solicitud de put-rule, consulte Patrones de eventos en 
eventos de CloudWatch, en la Guía del usuario de eventos de Amazon CloudWatch.

Configurar un destino para procesar eventos

Para procesar eventos, debe configurar un destino. Por ejemplo, si desea recibir un correo 
electrónico cuando cambie el estado de un bucle humano, utilice un procedimiento de Configuración 
de notificaciones de Amazon SNS, en la Guía del usuario de Amazon CloudWatch, para configurar 
un tema de Amazon SNS y suscribir su correo electrónico a este. Una vez que haya creado un tema, 
puede usarlo para crear un objetivo.

Para añadir un destino a la regla de eventos de CloudWatch

1. Abra la consola de CloudWatch: https://console.aws.amazon.com/cloudwatch/home.

2. En el panel de navegación, seleccione Rules (Reglas).
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3. Elija la regla a la que desea agregar un objetivo.

4. Seleccione Actions y luego Edit.

5. En Targets (Destinos), elija Add target (Agregar destino) y elija el servicio de AWS que desea 
accionar cuando se detecte un evento de cambio de estado de bucle humano.

6. Configure su objetivo. Para obtener instrucciones, consulte el tema sobre la configuración de un 
destino en la documentación de AWS para ese servicio.

7. Seleccione Configure details.

8. En Name (Nombre), introduzca un nombre y, opcionalmente, proporcione detalles sobre el 
propósito de la regla en Description (Descripción).

9. Asegúrese de que la casilla de verificación situada junto a State (Estado) está activada para que 
la regla aparezca como Enabled (Habilitada).

10. Elija Update rule (Actualizar regla).

Usar resultado de revisión humana

Después de recibir los resultados de la revisión humana, puede analizar los resultados y compararlos 
con las predicciones de machine learning. El JSON que se almacena en el bucket de Amazon S3 
contiene tanto las predicciones de machine learning como los resultados de la revisión humana.

Más información

Automatizar Amazon SageMaker con Amazon EventBridge

Uso de las API en Amazon Augmented AI

Puede crear un flujo de trabajo de revisión humana o una plantilla de tarea de trabajo mediante 
programación. Las API empleadas dependerán de si está creando un tipo de tarea de Amazon 
Rekognition, de Amazon Textract o personalizado. En este tema se proporcionan enlaces a la 
documentación de referencia de la API para cada tipo de tarea y tarea de programación.

Las siguientes API se pueden usar con Augmented AI:

Amazon Augmented AI

Utilice la API de Augmented AI para iniciar, detener y eliminar bucles de revisión humana. 
También puede enumerar todos los bucles de revisión humana y devolver información sobre 
bucles de revisión humana en su cuenta.
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Obtenga más información sobre las API de bucles de revisión humana en la documentación de 
referencia del tiempo de ejecución de la API de Augmented AI de Amazon.

Amazon Rekognition

Utilice el parámetro HumanLoopConfig de la API  DetectModerationLabels para iniciar un 
flujo de trabajo de revisión humana usando Amazon Rekognition.

Amazon SageMaker

Utilice la API de Amazon SageMaker para crear un FlowDefinition, también conocido como
flujo de trabajo de revisión humana. También puede crear un HumanTaskUi o una plantilla de 
tareas de trabajador.

Para obtener más información, consulte la documentación de la API CreateFlowDefinition o
CreateHumanTaskUi.

Amazon Textract

Utilice el parámetro HumanLoopConfig de la API AnalyzeDocument para iniciar un flujo de trabajo 
de revisión humana mediante Amazon Textract.

Tutoriales de programación

En los siguientes tutoriales, verá ejemplos de código e instrucciones paso a paso para crear flujos de 
trabajo de revisión humana y plantillas de tareas de trabajador mediante programación.

• Tutorial: Introducción al uso de la API de Amazon A2I

• Crear un flujo de trabajo de revisión humana (API)

• Crear e iniciar un bucle humano

• Uso de Amazon Augmented AI con Amazon Rekognition, en la Guía para desarrolladores de 
Amazon Rekognition.

• Uso de Amazon Augmented AI con Amazon Textract AnalyzeDocument, en la Guía para 
desarrolladores de Amazon Textract
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Preparación de los datos
Puede usar Amazon SageMaker Data Wrangler para importar, preparar, transformar, visualizar y 
analizar datos. Puede integrar Data Wrangler en sus flujos de trabajo de machine learning para 
simplificar y agilizar el preprocesamiento de datos y la ingeniería de características con poca o 
ninguna codificación. También puede añadir sus propios scripts y transformaciones de Python para 
personalizar su flujo de trabajo de preparación de datos.

Importe datos de Amazon S3, Amazon Redshift y Amazon Athena, y utilice Data Wrangler para crear 
flujos de trabajo sofisticados de preparación de datos de machine learning con transformaciones y 
análisis de datos integrados y personalizados, que incluyen el modelado rápido y la fuga de objetivos 
de características.

Una vez que haya definido un flujo de trabajo de preparación de datos, puede integrarlo con 
SageMaker Processing, SageMaker Pipelines y SageMaker Feature Store para simplificar la tarea de 
procesar, compartir y almacenar los datos de entrenamiento con aprendizaje automático. También 
puede exportar el flujo de datos a un script de Python y crear una canalización de preparación de 
datos de machine learning personalizada.

Para obtener más información, consulte Prepare datos de aprendizaje automático con Amazon 
SageMaker Data Wrangler.

Para una rápida preparación de datos a escala, Amazon SageMaker Studio Classic ofrece una 
integración integrada con Amazon EMR. Puede usar SageMaker Studio Classic para conectarse 
a, aprovisionar o gestionar clústeres de Amazon EMR desde la interfaz de su notebook para el 
procesamiento de datos a escala de petabytes, el análisis interactivo y el aprendizaje automático. 
Amazon EMR utiliza marcos de código abierto como Apache Spark, Apache Hive o Presto. Para 
obtener más información sobre el uso de Amazon EMR en SageMaker Studio Classic, consulte.
Preparar los datos con Amazon EMR

Como alternativa, puede utilizar el motor sin servidor basado en Apache Spark desde sesiones 
interactivas de AWS Glue para agregar y transformar datos de varios orígenes. Puede agregar y 
transformar datos de sus canalizaciones de análisis y ETL (extracción, transformación y carga) sin 
necesidad de administrar la infraestructura. Para obtener más información sobre el uso de sesiones 
AWS Glue interactivas en SageMaker Studio Classic, consultePrepare los datos mediante sesiones 
interactivas AWS Glue.

Los datos que utiliza para entrenar su modelo de machine learning podrían estar sesgados. El 
sesgo puede dar lugar a modelos de machine learning que discriminen a determinadas personas 
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o grupos. Puede usar Amazon SageMaker Clarify para determinar si los datos que utiliza para 
entrenar modelos o el modelo resultante codifican algún sesgo. SageMaker Clarify también 
puede ayudarlo a explicar los modelos creados con datos tabulares, de imágenes o de PNL con 
gráficas de dependencia parcial, la importancia de las características y mucho más. Para obtener 
más información sobre SageMaker Clarify, consulte. Detección del sesgo de los datos previos al 
entrenamiento

Temas

• Explorar, analizar y procesar datos

• Prepare datos de aprendizaje automático con Amazon SageMaker Data Wrangler

• Escale la preparación de datos con Apache Spark, Hive o Presto en Amazon EMR o desde las 
libretas AWS Glue Amazon Studio Classic SageMaker

Explorar, analizar y procesar datos

Antes de usar un conjunto de datos para entrenar un modelo, los científicos de datos normalmente lo 
exploran y lo preprocesan.

Amazon SageMaker Processing permite ejecutar trabajos para preprocesar y posprocesar datos, 
realizar ingeniería de características y evaluar modelos SageMaker con facilidad y a escala. Cuando 
se combina con las demás tareas fundamentales de aprendizaje automático que proporciona 
SageMaker, como la formación y el alojamiento, Processing le ofrece las ventajas de un entorno 
de aprendizaje automático totalmente gestionado, que incluye todo el soporte de seguridad y 
cumplimiento integrado. SageMaker Con Processing, tiene la flexibilidad de utilizar los contenedores 
de procesamiento de datos integrados o de traer sus propios contenedores y enviar tareas 
personalizadas para que se ejecuten en una infraestructura gestionada. Después de enviar un 
trabajo, SageMaker lanza las instancias de cómputo, procesa y analiza los datos de entrada y libera 
los recursos una vez finalizados. Para obtener más información, consulte Procesamiento de datos.

• Para obtener información sobre cómo ejecutar sus propios scripts de procesamiento de datos, 
consulteProcesamiento de características con scikit-learn.

• Para obtener información acerca de cómo crear su propio contenedor de procesamiento para 
ejecutar scripts, consulte Crear su propio contenedor de procesamiento (escenario avanzado).

• Para obtener información sobre cómo realizar un análisis exploratorio de datos (EDA) con una 
interfaz visual sin código, consulte. Prepare datos de aprendizaje automático con Amazon 
SageMaker Data Wrangler
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Prepare datos de aprendizaje automático con Amazon SageMaker 
Data Wrangler

Important

Amazon SageMaker Data Wrangler se ha integrado en Amazon SageMaker Canvas. Con 
la nueva experiencia Data Wrangler en SageMaker Canvas, además de la interfaz visual, 
puede utilizar una interfaz de lenguaje natural para explorar y transformar sus datos. Para 
obtener más información sobre Data Wrangler en SageMaker Canvas, consulte. Preparación 
de los datos

Amazon SageMaker Data Wrangler (Data Wrangler) es una función de Amazon SageMaker Studio 
Classic que proporciona una end-to-end solución para importar, preparar, transformar, caracterizar 
y analizar datos. Puede integrar un flujo de preparación de datos de Data Wrangler en sus flujos 
de trabajo de machine learning (ML) a fin de simplificar y agilizar el preprocesamiento de datos y la 
ingeniería de características sin apenas codificación. También puede añadir sus propios scripts y 
transformaciones de Python para personalizar flujos de trabajo.

Data Wrangler proporciona las siguientes funcionalidades principales para ayudarle a analizar y 
preparar los datos para las aplicaciones de machine learning.

• Importación: conéctese a datos desde Amazon Simple Storage Service (Amazon S3), Amazon 
Athena (Athena), Amazon Redshift, Snowflake y Databricks, e importe datos desde estos.

• Flujo de datos: cree un flujo de datos para definir una serie de pasos de preparación de datos para 
el ML. Puede usar un flujo para combinar conjuntos de datos de diferentes orígenes, identificar el 
número y los tipos de transformaciones que desea aplicar a los conjuntos de datos y definir un flujo 
de trabajo de preparación de datos que se pueda integrar en una canalización de ML.

• Transformación: limpie y transforme su conjunto de datos mediante transformaciones estándar, 
como herramientas de formato para datos numéricos, vectoriales y de cadenas. Aporte 
características para sus datos mediante transformaciones, como la incrustación de texto y fecha/
hora y la codificación categórica.

• Generación de información sobre los datos: verifique automáticamente la calidad de los datos y 
detecte anomalías en estos con Data Wrangler Data Insights y Quality Report.

• Análisis: analice las características de su conjunto de datos en cualquier punto del flujo. 
Data Wrangler incluye herramientas integradas de visualización de datos, como diagramas 
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de dispersión e histogramas; también dispone de herramientas para el análisis de datos, 
como el análisis de fuga de objetivos y el modelado rápido para comprender la correlación de 
características.

• Exportación: exporte su flujo de trabajo de preparación de datos a una ubicación distinta. A 
continuación, se muestran algunos ejemplos de ubicaciones.

• Bucket de Amazon Simple Storage Service (Amazon S3)

• Amazon SageMaker Model Building Pipelines: utilice SageMaker Pipelines para automatizar la 
implementación de modelos. Puede exportar los datos que ha transformado directamente en las 
canalizaciones.

• Amazon SageMaker Feature Store: almacene las funciones y sus datos en una tienda 
centralizada.

• Script de Python. Almacene los datos y sus transformaciones en un script de Python para sus 
flujos de trabajo personalizados.

Para empezar a utilizar Data Wrangler, consulte Introducción a Data Wrangler.

Important

Data Wrangler ya no es compatible con la versión 1 de Jupyter Lab (JL1). Para acceder a las 
últimas características y mejoras, actualice a la versión 3 de Jupyter Lab. Para obtener más 
información acerca de la actualización, consulte Vea y actualice la JupyterLab versión de una 
aplicación desde la consola.

Important

La información y los procedimientos de esta guía utilizan la versión más reciente de Amazon 
SageMaker Studio Classic. Para obtener información sobre cómo actualizar Studio Classic 
a la versión más reciente, consulteDescripción general de la interfaz de usuario clásica de 
Amazon SageMaker Studio.

Debe utilizar la versión 1.3.0 o posterior de Studio Classic. Utilice el siguiente procedimiento para 
abrir Amazon SageMaker Studio Classic y ver qué versión está ejecutando.

Para abrir Studio Classic y comprobar su versión, consulte el siguiente procedimiento.
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1. Sigue los pasos que se indican Requisitos previos a continuación para acceder a Data Wrangler 
a través de Amazon SageMaker Studio Classic.

2. Junto al usuario que quieres usar para iniciar Studio Classic, selecciona Iniciar aplicación.

3. Elija Studio.

4. Cuando se cargue Studio Classic, selecciona Archivo, Nuevo y, por último, Terminal.

5. Una vez que haya iniciado Studio Classic, seleccione Archivo, Nuevo y, por último, Terminal.

6. Introduzca cat /opt/conda/share/jupyter/lab/staging/yarn.lock | grep -A 1 
"@amzn/sagemaker-ui-data-prep-plugin@" para imprimir la versión de su instancia de 
Studio Classic. Debe tener la versión 1.3.0 de Studio Classic para usar Snowflake.
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Puede actualizar Amazon SageMaker Studio Classic desdeAWS Management Console. Para 
obtener más información sobre la actualización de Studio Classic, consulteDescripción general de la 
interfaz de usuario clásica de Amazon SageMaker Studio.

Temas

• Introducción a Data Wrangler

• Importación

• Creación y uso de un flujo de Data Wrangler

• Información sobre los datos y la calidad de los datos

• Entrenamiento automático de modelos en su flujo de datos

• Datos de transformación

• Análisis y visualización

• Reutilización de flujos de datos para diferentes conjuntos de datos

• Exportar

• Utilice un widget interactivo de preparación de datos en un bloc de notas clásico de Amazon 
SageMaker Studio para obtener información valiosa sobre los datos

• Seguridad y permisos

• Notas de la versión

• Solucionar problemas

• Aumentar el límite de instancias de Amazon EC2

• Actualización de Data Wrangler

• Apagado de Data Wrangler

Introducción a Data Wrangler

Amazon SageMaker Data Wrangler es una función de Amazon SageMaker Studio Classic. Utilice 
esta sección para obtener información sobre cómo acceder a Data Wrangler y empezar a usarlo. 
Haga lo siguiente:

1. Complete cada paso en Requisitos previos.

2. Siga el procedimiento indicado en Acceso a Data Wrangler para empezar a utilizar Data 
Wrangler.
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Requisitos previos

Para utilizar Data Wrangler, debe completar los siguientes requisitos previos.

1. Para utilizar Data Wrangler, necesita tener acceso a una instancia de Amazon Elastic Compute 
Cloud (Amazon EC2). Para obtener más información acerca de las instancias de Amazon EC2 
que puede utilizar, consulte Instancias. Para obtener información sobre cómo ver sus cuotas y, si 
es necesario, solicitar un aumento de cuota, consulte AWS service quotas.

2. Configure los permisos requeridos descritos en Seguridad y permisos.

3. Si su organización utiliza un firewall que bloquea el tráfico de Internet, debe tener acceso a las 
siguientes direcciones URL:

• https://ui.prod-1.data-wrangler.sagemaker.aws/

• https://ui.prod-2.data-wrangler.sagemaker.aws/

• https://ui.prod-3.data-wrangler.sagemaker.aws/

• https://ui.prod-4.data-wrangler.sagemaker.aws/

Para usar Data Wrangler, necesita una instancia activa de Studio Classic. Para obtener información 
sobre cómo lanzar una nueva instancia, consulte Descripción general SageMaker de Amazon 
Domain. Cuando tu instancia de Studio Classic esté lista, sigue las instrucciones que aparecen en.
Acceso a Data Wrangler

Acceso a Data Wrangler

En el siguiente procedimiento se supone que ya ha completado los Requisitos previos.

Para acceder a Data Wrangler en Studio Classic, haz lo siguiente.

1. Inicie sesión en Studio Classic. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.

2. Elija Studio.

3. Elija Lanzar aplicación.

4. En la lista desplegable, seleccione Studio.

5. Elija el icono Inicio.

6. Elija Datos.

7. Elija Data Wrangler.
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8. También puede crear un flujo de Data Wrangler de la siguiente manera.

a. En la barra de navegación superior, seleccione Archivo.

b. Seleccione Nueva.

c. Seleccione Flujo de Data Wrangler.

9. De forma opcional, puede cambiar el nombre del nuevo directorio y del archivo .flow.

10. Al crear un nuevo archivo.flow en Studio Classic, es posible que veas un carrusel que te 
presenta Data Wrangler.

Puede que tarde unos minutos.

Este mensaje se conserva mientras la KernelGatewayaplicación de tu página de detalles 
de usuario esté pendiente. Para ver el estado de esta aplicación, en la SageMaker consola 
de la página Amazon SageMaker Studio Classic, seleccione el nombre del usuario que está 
utilizando para acceder a Studio Classic. En la página de detalles del usuario, verá una
KernelGatewayaplicación en Aplicaciones. Espere hasta que el estado de la aplicación sea Listo
para empezar a usar Data Wrangler. Esto puede tardar unos 5 minutos la primera vez que inicie 
Data Wrangler.
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11. Para empezar, elija un origen de datos y úsela para importar un conjunto de datos. Consulte
Importación para obtener más información.

Al importar un conjunto de datos, aparece en el flujo de datos. Para obtener más información, 
consulte Creación y uso de un flujo de Data Wrangler.

12. Después de importar un conjunto de datos, Data Wrangler infiere automáticamente el tipo de 
datos de cada columna. Seleccione + junto al paso Tipos de datos y seleccione Editar tipos de 
datos.

Important

Después de añadir las transformaciones al paso Tipos de datos, no puede realizar una 
actualización masiva de los tipos de columnas mediante la opción Actualizar tipos.

13. Utilice el flujo de datos para añadir transformaciones y análisis. Para obtener más información, 
consulte Datos de transformación y Análisis y visualización.

14. Para exportar un flujo de datos completo, elija Exportar y elija una opción de exportación. Para 
obtener más información, consulte Exportar.

15. Por último, elija el icono Componentes y registros y seleccione Data Wrangler en la lista 
desplegable para ver todos los archivos .flow que ha creado. Puede utilizar este menú para 
buscar flujos de datos y moverse entre ellos.

Una vez que haya lanzado Data Wrangler, puede utilizar la siguiente sección para ver cómo puede 
usar Data Wrangler para crear un flujo de preparación de datos de machine learning.
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Actualización de Data Wrangler

Te recomendamos que actualices periódicamente la aplicación Data Wrangler Studio Classic 
para acceder a las funciones y actualizaciones más recientes. El nombre de la aplicación Data 
Wrangler comienza por. sagemaker-data-wrang Para obtener información sobre cómo actualizar una 
aplicación Studio Classic, consulte. Cierre y actualice las aplicaciones de Studio Classic

Demostración: tutorial del conjunto de datos del Titanic de Data Wrangler

En las secciones siguientes, encontrará un tutorial para comenzar a utilizar Data Wrangler. En este 
tutorial se supone que ya ha seguido los pasos descritos en Acceso a Data Wrangler y que tiene 
abierto un nuevo archivo de flujo de datos que va a utilizar en la demostración. Puede que desee 
cambiar el nombre de este archivo .flow por un nombre similar a titanic-demo.flow.

En este tutorial se utiliza el conjunto de datos del Titanic. Se trata de una versión modificada del
conjunto de datos del Titanic que puede importar a su flujo de Data Wrangler con más facilidad. Este 
conjunto de datos contiene el estado de supervivencia, la edad, el sexo y la clase (que sirve como 
indicador de la situación económica) de los pasajeros a bordo del viaje inaugural del RMS Titanic
en 1912.

En este tutorial, debe realizar los siguientes pasos.

1. Realice una de las acciones siguientes:

• Abra su flujo de Data Wrangler y elija Usar conjunto de datos de muestra.

• Cargue el conjunto de datos del Titanic en Amazon Simple Storage Service (Amazon S3) y, a 
continuación, importe este conjunto de datos a Data Wrangler.

2. Analice este conjunto de datos mediante los análisis de Data Wrangler.

3. Defina un flujo de datos mediante las transformaciones de datos de Data Wrangler.

4. Exporte el flujo a un cuaderno de Jupyter que pueda usar para crear un trabajo de Data Wrangler.

5. Procese sus datos e inicie un trabajo de SageMaker formación para entrenar un clasificador 
binario XGBoost.

Carga del conjunto de datos a S3 e importación

Para comenzar, puede utilizar uno de los métodos siguientes para importar el conjunto de datos del 
Titanic a Data Wrangler:

• Importar el conjunto de datos directamente desde el flujo de Data Wrangler
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• Cargar el conjunto de datos a Amazon S3 y, a continuación, importarlo a Data Wrangler

Para importar el conjunto de datos directamente a Data Wrangler, abra el flujo y elija Usar conjunto 
de datos de muestra.

La carga del conjunto de datos a Amazon S3 y la importación a Data Wrangler se parece más a 
la experiencia de importar sus propios datos. La siguiente información le indica cómo cargar su 
conjunto de datos e importarlo.

Antes de empezar a importar los datos a Data Wrangler, descargue el conjunto de datos del Titanic
y cárguelo en un bucket de Amazon S3 (Amazon S3) de la región de AWS en la que desee realizar 
esta demostración.

Si es un usuario nuevo de Amazon S3, puede hacerlo mediante arrastrar y soltar en la consola de 
Amazon S3. Para obtener información al respecto, consulte Uploading Files and Folders by Using 
Drag and Drop en la Guía del usuario de Amazon Simple Storage Service.

Important

Cargue su conjunto de datos en un bucket de S3 en la misma región de AWS que desee usar 
para completar esta demostración.

Cuando el conjunto de datos se haya cargado correctamente en Amazon S3, podrá importarlo a Data 
Wrangler.

Importación del conjunto de datos del Titanic a Data Wrangler

1. Elija el botón Importar datos en la pestaña Flujo de datos o elija la pestaña Importar.

2. Seleccione Amazon S3.

3. Use la tabla Importar un conjunto de datos de S3 para buscar el bucket en el que agregó el 
conjunto de datos del Titanic. Elija el archivo CSV del conjunto de datos del Titanic para abrir el 
panel Detalles.

4. En Detalles, el Tipo de archivo debe ser CSV. Marque la Primera fila es el encabezado para 
especificar que la primera fila del conjunto de datos es un encabezado. También puede asignar 
al conjunto de datos un nombre más descriptivo, como Titanic-train.

5. Elija el botón Importar.
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Cuando el conjunto de datos se importa a Data Wrangler, aparece en la pestaña Flujo de datos. 
Puede hacer doble clic en un nodo para acceder a la vista de detalles del nodo, que le permite añadir 
transformaciones o análisis. Puede utilizar el icono con el signo más para acceder rápidamente a 
la navegación. En la siguiente sección, utilizará este flujo de datos para agregar pasos de análisis y 
transformación.

Flujo de datos

En la sección de flujo de datos, los únicos pasos del flujo de datos son el conjunto de datos recién 
importado y un paso de Tipo de datos. Tras aplicar las transformaciones, puede volver a esta 
pestaña y ver el aspecto del flujo de datos. Ahora, añada algunas transformaciones básicas en las 
pestañas Preparar y Analizar.

Preparación y visualización

Data Wrangler tiene transformaciones y visualizaciones integradas que puede utilizar para analizar, 
limpiar y transformar los datos.

La pestaña Datos de la vista detallada del nodo muestra todas las transformaciones integradas 
en el panel derecho, que también contiene un área en la que puede agregar transformaciones 
personalizadas. El siguiente caso de uso muestra cómo utilizar estas transformaciones.

Para obtener información que pueda ayudarle con la exploración de datos y la ingeniería de 
características, cree un informe de información y calidad de los datos. La información del informe 
puede ayudarle a limpiar y procesar los datos. Le proporciona información como el número de 
valores ausentes y el número de valores atípicos. Si tiene problemas con los datos, como una fuga 
de objetivos o un desequilibrio, el informe de información puede indicarle esos problemas. Para 
obtener más información acerca de la creación de un informe, consulte Información sobre los datos y 
la calidad de los datos.

Exploración de datos

En primer lugar, cree una tabla de resumen de los datos mediante un análisis. Haga lo siguiente:

1. Seleccione el signo + situado junto al paso Tipo de datos del flujo de datos y seleccione Agregar 
análisis.

2. En el área Análisis, seleccione Tabla de resumen en la lista desplegable.

3. Asigne un nombre a la tabla de resumen.

4. Seleccione Vista previa para obtener una vista previa de la tabla que se va a crear.
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5. Elija Guardar para guardarla en su flujo de datos. Aparece en Todos los análisis.

Con las estadísticas que ve, puede realizar observaciones similares a las siguientes sobre este 
conjunto de datos:

• La tarifa media (media) ronda los 33 USD, mientras que la máxima supera los 500 USD. Es 
probable que esta columna tenga valores atípicos.

• Este conjunto de datos usa ? para indicar los valores ausentes. Faltan valores en varias columnas:
cabin, embarked y home.dest

• Faltan más de 250 valores en la categoría de edad.

A continuación, limpie los datos con la información obtenida de estas estadísticas.

Eliminación de columnas sin utilizar

Con el análisis de la sección anterior, limpie el conjunto de datos para prepararlo para el 
entrenamiento. Para añadir una nueva transformación al flujo de datos, seleccione el signo + junto al 
paso Tipo de datos del flujo de datos y seleccione Agregar transformación.

En primer lugar, elimine las columnas que no desee utilizar para el entrenamiento. Para ello, puede 
usar la biblioteca de análisis de datos de Pandas o una de las transformaciones integradas.

Utilice el siguiente procedimiento para eliminar las columnas sin utilizar.

Para eliminar las columnas sin utilizar.

1. Abra el flujo de Data Wrangler.

2. Hay dos nodos en el flujo de Data Wrangler. Seleccione el signo + situado a la derecha del nodo
Tipos de datos.

3. Seleccione Agregar transformación.

4. En la columna Todos los pasos, seleccione Agregar paso.

5. En la lista de transformaciones Estándar, elija Administrar columnas. Las transformaciones 
estándar son transformaciones integradas y listas para usar. Asegúrese de que esté 
seleccionado Eliminar columna.

6. En Columnas a eliminar, marque los siguientes nombres de columna:

• cabin

Introducción a Data Wrangler 2185

https://pandas.pydata.org/


Amazon SageMaker Guía para desarrolladores

• ticket

• name

• sibsp

• parch

• home.dest

• boat

• body

7. Seleccione Preview (Versión preliminar).

8. Compruebe que se hayan eliminado las columnas y, a continuación, pulse Agregar.

Para hacer esto con Pandas, siga estos pasos.

1. En la columna Todos los pasos, seleccione Agregar paso.

2. En la lista de transformación Personalizada, elija Transformación personalizada.

3. Proporcione un nombre para la transformación y elija Python (Pandas) en la lista desplegable.

4. Introduzca el siguiente script de Python en el cuadro de código.

cols = ['name', 'ticket', 'cabin', 'sibsp', 'parch', 'home.dest','boat', 'body']
df = df.drop(cols, axis=1)

5. Elija Vista previa para obtener una vista previa del cambio y, a continuación, elija Agregar para 
agregar la transformación.

Eliminación de los valores ausentes

Ahora, limpie los valores ausentes. Puede hacerlo con el grupo de transformación Manejo de valores 
ausentes.

Faltan valores en varias columnas. En las columnas restantes, faltan los valores age y fare. 
Inspeccione esto mediante una Transformación personalizada.

Con la opción Python (Pandas), utilice lo siguiente para revisar rápidamente el número de entradas 
en cada columna:

df.info()

Introducción a Data Wrangler 2186



Amazon SageMaker Guía para desarrolladores

Para eliminar las filas en las que falten valores en la categoría age, haga lo siguiente:

1. Elija Manejo de ausentes.

2. Elija Eliminar ausentes para el Transformador.

3. Elija age de la Columna de entrada.

4. Elija Vista previa para ver el nuevo marco de datos y, a continuación, elija Agregar para agregar 
la transformación a su flujo.

5. Repita el mismo proceso para fare.

Puede utilizar df.info() en la sección Transformación personalizada para confirmar que todas las 
filas tienen ahora 1045 valores.

Pandas personalizados: codificación

Pruebe la codificación plana con Pandas. La codificación de datos categóricos es el proceso de crear 
una representación numérica de las categorías. Por ejemplo, si las categorías son Dog y Cat, puede 
codificar esta información en dos vectores: [1,0] representar Dog y [0,1] para representar Cat.

1. En la sección Transformación personalizada, elija Python (Pandas) en la lista desplegable.
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2. Introduzca lo siguiente en el cuadro de código.

import pandas as pd

dummies = []
cols = ['pclass','sex','embarked']
for col in cols: 
    dummies.append(pd.get_dummies(df[col])) 
     
encoded = pd.concat(dummies, axis=1)

df = pd.concat((df, encoded),axis=1)

3. Seleccione Vista previa para obtener una vista previa del cambio. La versión codificada de cada 
columna se añade al conjunto de datos.

4. Elija Agregar para agregar la transformación.

SQL personalizado: columnas SELECT

Ahora, seleccione las columnas que desea conservar mediante SQL. Para esta demostración, 
seleccione las columnas que aparecen en la siguiente instrucción SELECT. Como survived es su 
columna objetivo para el entrenamiento, coloque esa columna primero.

1. En la sección Transformación personalizada, selecciona SQL (PySpark SQL) en la lista
desplegable.

2. Introduzca lo siguiente en el cuadro de código.

SELECT survived, age, fare, 1, 2, 3, female, male, C, Q, S FROM df;

3. Seleccione Vista previa para obtener una vista previa del cambio. Las columnas que aparecen 
en la instrucción SELECT son las únicas columnas restantes.

4. Elija Agregar para agregar la transformación.

Exportación a un cuaderno de Data Wrangler

Cuando haya terminado de crear un flujo de datos, dispondrá de varias opciones de exportación. 
En la siguiente sección, se explica cómo exportar a un cuaderno de trabajo de Data Wrangler. Un 
trabajo de Data Wrangler se utiliza para procesar los datos según los pasos definidos en el flujo de 
datos. Para obtener más información sobre todas las opciones de exportación, consulte Exportar.
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Exportación a un cuaderno de trabajo de Data Wrangler

Cuando exporta el flujo de datos mediante un Trabajo de Data Wrangler, el proceso crea 
automáticamente un cuaderno de Jupyter. Este bloc de notas se abre automáticamente en su 
instancia de Studio Classic y está configurado para ejecutar un trabajo de SageMaker procesamiento 
que ejecute su flujo de datos de Data Wrangler, lo que se denomina trabajo de Data Wrangler.

1. Guarde el flujo de datos. Seleccione Archivo y, a continuación, seleccione Guardar flujo de Data 
Wrangler.

2. Vuelva a la pestaña Flujo de datos, seleccione el último paso del flujo de datos (SQL) y, a 
continuación, elija el signo + para abrir la navegación.

3. Elija Exportar y Amazon S3 (a través del cuaderno de Jupyter). Esto abrirá un cuaderno de 
Jupyter.

4. Elija cualquier kernel de Python 3 (ciencia de datos) para Kernel.

5. Cuando se inicie el núcleo, ejecute las celdas del cuaderno hasta Kick off SageMaker Training 
Job (opcional).

6. Si lo desea, puede ejecutar las celdas en Kick off SageMaker Training Job (opcional) si desea 
crear un trabajo de SageMaker entrenamiento para entrenar un clasificador XGBoost. Puedes 
encontrar el coste de realizar un trabajo de SageMaker formación en Amazon SageMaker 
Pricing.

Como alternativa, puede agregar los bloques de código que se encuentran en Clasificador 
XGBoost de entrenamiento al cuaderno y ejecutarlos para utilizar la biblioteca de código abierto 
de XGBoost para entrenar un clasificador XGBoost.

7. Elimine los comentarios y ejecute la celda en Cleanup y ejecútela para revertir el SDK de 
SageMaker Python a su versión original.
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Puede supervisar el estado de su trabajo en Data Wrangler en la SageMaker consola, en la pestaña 
Procesamiento. Además, puede supervisar su trabajo en Data Wrangler con Amazon. CloudWatch 
Para obtener información adicional, consulta Supervisar los trabajos SageMaker de procesamiento 
de Amazon con CloudWatch registros y métricas.

Si ha iniciado un trabajo de formación, puede supervisar su estado mediante la SageMaker consola 
que se encuentra en Trabajos de formación, en la sección Formación.

Clasificador XGBoost de entrenamiento

Puedes entrenar un clasificador binario XGBoost con un cuaderno Jupyter o un piloto automático 
de Amazon. SageMaker Puede usar el piloto automático para entrenar y ajustar modelos de forma 
automática en los datos que ha transformado directamente en su flujo de Data Wrangler. Para 
obtener más información acerca del piloto automático, consulte Entrenamiento automático de 
modelos en su flujo de datos.

En el mismo cuaderno en el que se inició el trabajo de Data Wrangler, puede extraer los datos y 
entrenar un clasificador binario XGBoost empleando los datos preparados con una preparación 
mínima de los datos.

1. En primer lugar, actualice los módulos necesarios mediante pip y elimine el archivo _SUCCESS 
(este último archivo es problemático cuando se utiliza awswrangler).

! pip install --upgrade awscli awswrangler boto sklearn
! aws s3 rm {output_path} --recursive  --exclude "*" --include "*_SUCCESS*"

2. Lea los datos de Amazon S3. Puede utilizar awswrangler para leer de forma recursiva todos 
los archivos CSV en el prefijo S3. A continuación, los datos se dividen en características y 
etiquetas. La etiqueta es la primera columna del marco de datos.

import awswrangler as wr

df = wr.s3.read_csv(path=output_path, dataset=True)
X, y = df.iloc[:,:-1],df.iloc[:,-1]

• Por último, cree DMatrices (la estructura primitiva de datos de XGBoost) y realice una 
validación cruzada utilizando la clasificación binaria de XGBoost.

import xgboost as xgb
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dmatrix = xgb.DMatrix(data=X, label=y)

params = {"objective":"binary:logistic",'learning_rate': 0.1, 'max_depth': 5, 
 'alpha': 10}

xgb.cv( 
    dtrain=dmatrix,  
    params=params,  
    nfold=3, 
    num_boost_round=50, 
    early_stopping_rounds=10, 
    metrics="rmse",  
    as_pandas=True,  
    seed=123)

Apagado de Data Wrangler

Cuando termine de usar Data Wrangler, se recomienda apagar la instancia en la que se ejecuta para 
evitar incurrir en cargos adicionales. Para obtener información sobre cómo apagar la aplicación Data 
Wrangler y la instancia asociada, consulte Apagado de Data Wrangler.

Importación

Puede utilizar Amazon SageMaker Data Wrangler para importar datos de las siguientes fuentes 
de datos: Amazon Simple Storage Service (Amazon S3), Amazon Athena, Amazon Redshift y 
Snowflake. El conjunto de datos que importe puede incluir un máximo de 1000 columnas.

Temas

• Importación de datos de Amazon S3

• Importación de datos de Athena

• Importación de datos de Amazon Redshift

• Importación de datos de Amazon EMR

• Importación de datos de Databricks (JDBC)

• Importación de datos de Salesforce Data Cloud.

• Importación de datos de Snowflake

• Importación de datos de plataformas de software como servicio (SaaS)

• Almacenamiento de datos importados
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Algunos orígenes de datos permiten agregar varias conexiones de datos:

• Puede conectarse a varios clústeres de Amazon Redshift. Cada clúster se convierte en un origen 
de datos.

• Puede consultar cualquier base de datos de Athena de su cuenta para importar datos de esa base 
de datos.

Al importar un conjunto de datos de un origen de datos, aparece en el flujo de datos. Data Wrangler 
infiere automáticamente el tipo de datos de cada columna en su conjunto de datos. Para modificar 
estos tipos, seleccione el paso Tipos de datos y seleccione Editar tipos de datos.

Al importar datos de Athena o Amazon Redshift, los datos importados se almacenan 
automáticamente en el bucket de S3 SageMaker predeterminado de la región en AWS la que utilice 
Studio Classic. Además, Athena almacena los datos que previsualiza en Data Wrangler en este 
bucket. Para obtener más información, consulte Almacenamiento de datos importados.

Important

Es posible que el bucket de Amazon S3 predeterminado no tenga la configuración de 
seguridad menos permisiva, como la política de bucket y el cifrado del servidor (SSE). Se 
recomienda encarecidamente Agregar una política de bucket para restringir el acceso a los 
conjuntos de datos importados a Data Wrangler.

Important

Además, si utiliza la política administrada SageMaker, le recomendamos encarecidamente 
que la limite a la política más restrictiva que le permita llevar a cabo su caso de uso. Para 
obtener más información, consulte Conceder permiso a un rol de IAM para que utilice Data 
Wrangler.

Todas los orígenes de datos, excepto Amazon Simple Storage Service (Amazon S3), requieren 
que especifique una consulta SQL para importar los datos. Para cada consulta, debe especificar lo 
siguiente:

• Catálogo de datos
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• Database

• Tabla

Puede especificar el nombre de la base de datos o del catálogo de datos en los menús desplegables 
o dentro de la consulta. A continuación, se muestran algunas consultas de ejemplo:

• select * from example-data-catalog-name.example-database-name.example-
table-name: la consulta no utiliza nada especificado en los menús desplegables de la interfaz 
de usuario (UI) para ejecutarse. Realiza consultas example-table-name dentro de example-
database-name dentro de example-data-catalog-name.

• select * from example-database-name.example-table-name: la consulta utiliza el 
catálogo de datos que especificó en el menú desplegable Catálogo de datos para ejecutarse. 
Realiza consultas example-table-name dentro de example-database-name dentro del 
catálogo de datos que haya especificado.

• select * from example-table-name: la consulta requiere que seleccione campos para 
los menús desplegables Catálogo de datos y Nombre de la base de datos. Realiza consultas
example-table-name dentro del catálogo de datos dentro de la base de datos y el catálogo de 
datos que haya especificado.

El enlace entre Data Wrangler y el origen de datos es una conexión. La conexión se utiliza para 
importar datos del origen de datos.

Existen los siguientes tipos de conexiones:

• Directa

• Catalogada

Data Wrangler siempre tiene acceso a los datos más recientes en una conexión directa. Si los datos 
del origen de datos se han actualizado, puede usar la conexión para importar los datos. Por ejemplo, 
si alguien agrega un archivo a uno de los buckets de Amazon S3, puede importar el archivo.

Una conexión catalogada es el resultado de una transferencia de datos. Los datos de la conexión 
catalogada no tienen necesariamente los datos más recientes. Por ejemplo, puede configurar una 
transferencia de datos entre Salesforce y Amazon S3. Si hay una actualización de los datos de 
Salesforce, debe volver a transferirlos. Puede automatizar el proceso de transferencia de datos. 
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Para obtener más información sobre las transferencias de datos, consulte Importación de datos de 
plataformas de software como servicio (SaaS).

Importación de datos de Amazon S3

Puede usar Amazon Simple Storage Service (Amazon S3) para almacenar y recuperar cualquier 
cantidad de datos en cualquier momento y desde cualquier parte de la web. Puede realizar estas 
tareas con la AWS Management Console, que es una interfaz web sencilla e intuitiva, y la API de 
Amazon S3. Si ha almacenado su conjunto de datos de forma local, se recomienda agregarlo a un 
bucket de S3 para importarlo a Data Wrangler. Para obtener instrucciones, consulte Cargar un objeto 
en el bucket en la Guía del usuario de Amazon Simple Storage Service.

Data Wrangler usa S3 Select para que pueda previsualizar sus archivos de Amazon S3 en Data 
Wrangler. Se incurre en cargos estándar por cada vista previa de archivos. Para obtener más 
información sobre los precios, consulte la pestaña Solicitudes y recuperaciones de datos en Precios 
de Amazon S3.

Important

Si planea exportar un flujo de datos y lanzar un trabajo de Data Wrangler, incorporar datos 
a una SageMaker feature store o crear un SageMaker pipeline, tenga en cuenta que estas 
integraciones requieren que los datos de entrada de Amazon S3 estén ubicados en la misma 
región. AWS

Important

Si va a importar un archivo CSV, asegúrese de que cumpla los siguientes requisitos:

• Un registro de un conjunto de datos no puede tener más de una línea.

• El único carácter de escape válido es una barra invertida, \.

• El conjunto de datos debe utilizar uno de los siguientes delimitadores:

• Coma: ,

• Dos puntos: :

• Punto y coma: ;

• Barra: |

• Tabulador: [TAB]
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Para ahorrar espacio, puede importar archivos CSV comprimidos.

Data Wrangler le permite importar todo el conjunto de datos o tomar una muestra de una parte del 
mismo. Para Amazon S3, proporciona las siguientes opciones de muestreo:

• Ninguno: se importa todo el conjunto de datos.

• Primeros K: toma una muestra de las primeras filas K del conjunto de datos, donde K es un 
número entero que especifique.

• Aleatorio: toma una muestra aleatoria del tamaño que especifique.

• Estratificado: toma una muestra aleatoria estratificada. Una muestra estratificada conserva la 
relación de valores de una columna.

Después de importar los datos, también puede usar el transformador de muestreo para tomar una o 
más muestras de todo el conjunto de datos. Para obtener más información sobre el transformador de 
muestreo, consulte Muestreo.

Puede utilizar uno de los siguientes identificadores de recursos para importar los datos:

• Un URI de Amazon S3 que utiliza un bucket de Amazon S3 o un punto de acceso de Amazon S3

• Un alias de punto de acceso de Amazon S3

• Un nombre de recurso de Amazon (ARN) que utiliza un bucket de Amazon S3 o un punto de 
acceso de Amazon S3

Los puntos de acceso de Amazon S3 son puntos de conexión de red con nombre que están 
asociados a los buckets. Cada punto de acceso tiene permisos y controles de red distintos. Para 
obtener más información acerca de los puntos de acceso, consulte Administración del acceso a 
datos con puntos de acceso de Amazon S3.

Important

Si utiliza un nombre de recurso de Amazon (ARN) para importar los datos, debe ser para 
un recurso ubicado en el mismo lugar Región de AWS que utiliza para acceder a Amazon 
SageMaker Studio Classic.
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Puede importar un solo archivo o varios archivos como un conjunto de datos. Puede utilizar la 
operación de importación de varios archivos si tiene un conjunto de datos que está particionado en 
archivos independientes. Toma todos los archivos de un directorio de Amazon S3 y los importa como 
un único conjunto de datos. Para obtener información sobre los tipos de archivos que puede importar 
y cómo importarlos, consulte las siguientes secciones.

Single File Import

Puede importar archivos individuales en los siguientes formatos:

• Valores separados por comas (CSV)

• Parquet

• Notación de objetos de JavaScript (JSON)

• Optimized Row Columnar (ORC)

• Imagen: Data Wrangler usa OpenCV para importar imágenes. Para obtener más información 
sobre los formatos de imagen compatibles, consulte Image file reading and writing.

Para los archivos formateados en JSON, Data Wrangler admite tanto JSON lines (.jsonl) como 
documentos JSON (.json). Al previsualizar los datos, se muestra automáticamente el JSON en 
formato tabular. En el caso de documentos JSON anidados de más de 5 MB, Data Wrangler 
muestra el esquema de la estructura y las matrices como valores en el conjunto de datos. Utilice 
los operadores Consulta estructurada y Desglosar matriz para mostrar los valores anidados en 
formato tabular. Para obtener más información, consulte Datos JSON de Unnest y Desglosar 
matriz.

Al elegir un conjunto de datos, puede cambiarle el nombre, especificar el tipo de archivo e 
identificar la primera fila como un encabezado.

Puede importar un conjunto de datos que haya particionado en varios archivos en un bucket de 
Amazon S3 en un solo paso de importación.

Para importar un conjunto de datos a Data Wrangler desde un único archivo que haya 
almacenado en Amazon S3:

1. Si no se encuentra actualmente en la pestaña Importar, elija Importar.

2. En Disponible, seleccione Amazon S3.

3. En la sección Importar datos tabulares, de imágenes o de series temporales de S3, realice 
una de las siguientes acciones:
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• Elija un bucket de Amazon S3 de la vista tabular y vaya al archivo que va a importar.

• En Origen de S3, especifique un bucket de Amazon S3 o un URI de Amazon S3 y 
seleccione Ir. Los URI de Amazon S3 pueden tener uno de los siguientes formatos:

• s3://DOC-EXAMPLE-BUCKET/example-prefix/example-file

• example-access-point- aqfqprnstn7aefdfbarligizwgyfouse1a -
s3alias/datasets/ example-file

• s3://arn:aws:s3:AWS-Region:111122223333:accesspoint/example-
prefix/example-file

4. Elija el conjunto de datos para abrir el panel Configuración de importación.

5. Si el archivo CSV tiene un encabezado, seleccione la casilla de verificación situada junto a
Agregar encabezado a la tabla.

6. Usa la tabla Vista previa para obtener una vista previa del conjunto de datos. En esta tabla se 
muestran un máximo de 100 filas.

7. En el panel Detalles, compruebe o cambie el Nombre y el Tipo de archivo del conjunto 
de datos. Si agrega un Nombre que contenga espacios, estos espacios se sustituirán por 
guiones bajos al importar el conjunto de datos.

8. Especifique la configuración de muestreo que desee utilizar.

9. Seleccione Importar.

Multifile Import

Los requisitos para importar varios archivos son los siguientes:

• Los archivos deben estar en la misma carpeta que el bucket de Amazon S3.

• Los archivos deben compartir el mismo encabezado o no tenerlo.

El ARN debe estar en uno de los siguientes formatos:

• CSV

• Parquet

• Optimized Row Columnar (ORC)

• Imagen: Data Wrangler usa OpenCV para importar imágenes. Para obtener más información 
sobre los formatos de imagen compatibles, consulte Image file reading and writing.
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Utilice el siguiente procedimiento para importar varios archivos.

Para importar un conjunto de datos a Data Wrangler desde varios archivos que haya almacenado 
en un directorio de Amazon S3

1. Si no se encuentra actualmente en la pestaña Importar, elija Importar.

2. En Disponible, seleccione Amazon S3.

3. En la sección Importar datos tabulares, de imágenes o de series temporales de S3, realice 
una de las siguientes acciones:

• Elija un bucket de Amazon S3 de la vista tabular y vaya a la carpeta que contiene los 
archivos que va a importar.

• En Origen de S3, especifique el bucket de Amazon S3 o un URI de Amazon S3 con sus 
archivos y seleccione Ir. Los siguientes URI son válidos:

• s3://DOC-EXAMPLE-BUCKET/example-prefix/example-prefix

• example-access-point-aqfqprnstn7aefdfbarligizwgyfouse1a-
s3alias/example-prefix/

• s3://arn:aws:s3:AWS-Region:111122223333:accesspoint/example-
prefix

4. Seleccione la carpeta que contiene los archivos que desea importar. Cada archivo debe estar 
en uno de los siguientes formatos: Los archivos deben ser del mismo tipo de datos.

5. Si la carpeta contiene archivos CSV con encabezados, seleccione la casilla situada junto a la
Primera fila es el encabezado.

6. Si los archivos están anidados en otras carpetas, seleccione la casilla de verificación situada 
junto a Incluir directorios anidados.

7. De forma opcional, puede seleccionar la columna Agregar columna de nombre de archivo
y agregue una columna al conjunto de datos que muestre el nombre de archivo de cada 
observación.

8. (Opcional) De forma predeterminada, Data Wrangler no muestra una vista previa de una 
carpeta. Para activar la vista previa, pulse el botón azul de Desactivación de vista previa. Una 
vista previa muestra las 10 primeras filas de los 10 primeros archivos de la carpeta.

9. En el panel Detalles, compruebe o cambie el Nombre y el Tipo de archivo del conjunto 
de datos. Si agrega un Nombre que contenga espacios, estos espacios se sustituirán por 
guiones bajos al importar el conjunto de datos.

10. Especifique la configuración de muestreo que desee utilizar.
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11. Elija Importar conjunto de datos.

También puede usar parámetros para importar un subconjunto de archivos que se correspondan 
con un patrón. Los parámetros le ayudan a seleccionar de forma más selectiva los archivos que va 
a importar. Para empezar a utilizar los parámetros, edite el origen de datos y aplíquelos a la ruta que 
va a utilizar para importar los datos. Para obtener más información, consulte Reutilización de flujos 
de datos para diferentes conjuntos de datos.

Importación de datos de Athena

Utilice Amazon Athena para importar los datos de Amazon Simple Storage Service (Amazon S3) 
a Data Wrangler. En Athena, escribe consultas SQL estándar para seleccionar los datos que va a 
importar de Amazon S3. Para obtener más información, consulte ¿Qué es Amazon Athena?

Puede utilizar la AWS Management Console para configurar Amazon Athena. Debe crear al menos 
una base de datos en Athena antes de comenzar a ejecutar consultas. Para obtener más información 
sobre cómo empezar a utilizar Athena, consulte Introducción.

Athena se integra directamente con Data Wrangler. Puede escribir consultas de Athena sin tener que 
salir de la interfaz de usuario de Data Wrangler.

Además de escribir consultas sencillas de Athena en Data Wrangler, también puede usar:

• Grupos de trabajo de Athena para la administración de los resultados de las consultas. Para 
obtener información acerca de los grupos de trabajo, consulte Administración de resultados de las 
consultas.

• Configuraciones del ciclo de vida para establecer los períodos de retención de datos. Para obtener 
más información acerca de la retención de datos, consulte Configuración de periodo de retención 
de datos .

Consulta a Athena en Data Wrangler

Note

Data Wrangler no admite consultas federadas.

Si utiliza AWS Lake Formation con Athena, asegúrese de que sus permisos de IAM de Lake 
Formation no anulen los permisos de IAM para la base de datos sagemaker_data_wrangler.
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Data Wrangler le permite importar todo el conjunto de datos o tomar una muestra de una parte del 
mismo. Para Athena, proporciona las siguientes opciones de muestreo:

• Ninguno: se importa todo el conjunto de datos.

• Primeros K: toma una muestra de las primeras filas K del conjunto de datos, donde K es un 
número entero que especifique.

• Aleatorio: toma una muestra aleatoria del tamaño que especifique.

• Estratificado: toma una muestra aleatoria estratificada. Una muestra estratificada conserva la 
relación de valores de una columna.

En el procedimiento siguiente, se muestra cómo importar un conjunto de datos de Athena a Data 
Wrangler.

Para importar un conjunto de datos a Data Wrangler desde Athena

1. Inicia sesión en Amazon SageMaker Console.

2. Elija Studio.

3. Elija Lanzar aplicación.

4. En la lista desplegable, seleccione Studio.

5. Elija el icono Inicio.

6. Elija Datos.

7. Elija Data Wrangler.

8. Elija Importar datos.

9. En Disponible, seleccione Amazon Athena.

10. En Catálogo de datos, elija un catálogo de datos.

11. Utilice la lista desplegable Base de datos para seleccionar la base de datos que desea consultar. 
Al seleccionar una base de datos, puede obtener una vista previa de todas las tablas de la base 
de datos mediante las Tablas que aparecen en Detalles.

12. De forma opcional, elija Configuración avanzada.

a. Elija un Grupo de trabajo.

b. Si su grupo de trabajo no ha impuesto la ubicación de salida de Amazon S3 o si no utiliza un 
grupo de trabajo, especifique un valor para la Ubicación de Amazon S3 de los resultados de 
la consulta.
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c. De forma opcional, para Período de retención de datos, seleccione la casilla de verificación 
para establecer un período de retención de datos y especifique el número de días que se 
almacenarán los datos antes de que se eliminen.

d. (Opcional) De forma predeterminada, Data Wrangler guarda la conexión. Puede optar por 
quitar la marca de selección de la casilla de verificación y no guardar la conexión.

13. En muestreo, elija un método de muestreo. Elija Ninguno para desactivar el muestreo.

14. Ingrese la consulta en el editor de consultas y utilice el botón Ejecutar para ejecutar la consulta. 
Una vez que la consulta se haya realizado correctamente, puede obtener una vista previa del 
resultado en el editor.

Note

Los datos de Salesforce utilizan el tipo timestamptz. Si va a consultar la columna 
de fecha y hora que ha importado a Athena desde Salesforce, asigne los datos de la 
columna al tipo timestamp. La siguiente consulta convierte la columna de fecha y hora 
en el tipo correcto.

# cast column timestamptz_col as timestamp type, and name it as 
 timestamp_col
select cast(timestamptz_col as timestamp) as timestamp_col from table 
                         

15. Para importar los resultados de la consulta, seleccione Importar.

Tras completar el procedimiento anterior, el conjunto de datos que ha consultado e importado 
aparece en el flujo de Data Wrangler.

De forma predeterminada, Data Wrangler guarda la configuración de conexión como una conexión 
nueva. Al importar los datos, la consulta que ya especificó aparece como una conexión nueva. Las 
conexiones guardadas almacenan información sobre los grupos de trabajo de Athena y los buckets 
de Amazon S3 que utiliza. Cuando vuelva a conectarse al origen de datos, podrá elegir la conexión 
guardada.

Administración de resultados de las consultas

Data Wrangler admite el uso de grupos de trabajo de Athena para administrar los resultados de las 
consultas dentro de una cuenta de AWS. Puede especificar una ubicación de salida de Amazon 
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S3 para cada grupo de trabajo. También puede especificar si el resultado de la consulta puede ir a 
diferentes ubicaciones de Amazon S3. Para obtener más información, consulte Uso de grupos de 
trabajo para controlar el acceso a las consultas y los costos.

Es posible que el grupo de trabajo esté configurado para aplicar la ubicación de salida de la consulta 
de Amazon S3. No puede cambiar la ubicación de salida de los resultados de la consulta para esos 
grupos de trabajo.

Si no utilizas un grupo de trabajo ni especificas una ubicación de salida para tus consultas, Data 
Wrangler utiliza el bucket predeterminado de Amazon S3 en la misma AWS región en la que se 
encuentra tu instancia de Studio Classic para almacenar los resultados de las consultas de Athena. 
Crea tablas temporales en esta base de datos para mover el resultado de la consulta a este bucket 
de Amazon S3. Elimina estas tablas después de importar los datos; sin embargo, la base de datos,
sagemaker_data_wrangler, persiste. Para obtener más información, consulte Almacenamiento 
de datos importados.

Para usar los grupos de trabajo de Athena, configure la política de IAM que da acceso a los grupos 
de trabajo. Si utiliza un SageMaker-Execution-Role, se recomienda agregar la política al rol. 
Para obtener más información sobre las políticas de IAM para los grupos de trabajo, consulte
Políticas de IAM para acceder a los grupos de trabajo. Para ver ejemplos de políticas de grupos de 
trabajo, consulte Ejemplos de políticas de grupos de trabajo.

Configuración de periodo de retención de datos

Data Wrangler establece automáticamente un período de retención de datos para los resultados de 
la consulta. Los resultados se eliminan una vez transcurrido el período de retención. Por ejemplo, 
el período de retención predeterminado es de cinco días. Los resultados de la consulta se eliminan 
al cabo de cinco días. Esta configuración está diseñada para ayudarle a limpiar los datos que ya no 
utiliza. La limpieza de los datos evita que usuarios no autorizados accedan a ellos. También ayuda a 
controlar los costos de almacenamiento de los datos en Amazon S3.

Si no establece un período de retención, la configuración del ciclo de vida de Amazon S3 determina 
el tiempo durante el que se almacenan los objetos. La política de retención de datos que especificó 
para la configuración del ciclo de vida elimina los resultados de las consultas que sean anteriores a la 
configuración del ciclo de vida que especificó. Para obtener más información, consulte Configurar el 
ciclo de vida de un bucket.

Data Wrangler utiliza las configuraciones del ciclo de vida de Amazon S3 para administrar la 
retención y el vencimiento de los datos. Debe conceder a su función de ejecución de IAM de Amazon 
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SageMaker Studio Classic los permisos para gestionar las configuraciones del ciclo de vida de los 
buckets. Utilice el siguiente procedimiento para conceder permisos.

Para conceder permisos para administrar la configuración del ciclo de vida, haga lo siguiente.

1. Inicie sesión en la AWS Management Console y abra la consola de IAM en https:// 
console.aws.amazon.com/iam/.

2. Elija Roles.

3. En la barra de búsqueda, especifique la función de SageMaker ejecución de Amazon que utiliza 
Amazon SageMaker Studio Classic.

4. Elija el rol .

5. Elija Añadir permisos.

6. Elija Crear política insertada.

7. En Servicio, especifique S3 y elíjalo.

8. En la sección Leer, selecciona GetLifecycleConfiguration.

9. En la sección Escribir, selecciona PutLifecycleConfiguration.

10. En Recursos, elija Específico.

11. En Acciones, seleccione el icono de flecha situado junto a Administración de permisos.

12. Elige PutResourcePolicy.

13. En Recursos, elija Específico.

14. Elija la casilla de verificación situada junto a Cualquiera de esta cuenta.

15. Elija Revisar política.

16. En Nombre, especifique un nombre.

17. Elija Crear política.

Importación de datos de Amazon Redshift

Amazon Redshift es un servicio de almacenamiento de datos administrado a escala de petabytes en 
la nube . El primer paso para crear un almacenamiento de datos es el lanzamiento de un conjunto de 
nodos, llamado un clúster de Amazon Redshift. Después de aprovisionar el clúster, puede cargar su 
conjunto de datos y, luego, realizar consultas de análisis de datos.
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Puede conectarse a uno o más clústeres de Amazon Redshift y consultarlos en Data Wrangler. Para 
utilizar esta opción de importación, debe crear al menos un clúster en Amazon Redshift. Para obtener 
información sobre cómo hacerlo, consulte Introducción a Amazon Redshift.

Puede enviar los resultados de la consulta de Amazon Redshift a una de las siguientes ubicaciones:

• El bucket de Amazon S3 predeterminado

• Una ubicación de salida de Amazon S3 que especifique

Puede importar todo el conjunto de datos o tomar una muestra de una parte del mismo. Para 
Amazon Redshift, proporciona las siguientes opciones de muestreo:

• Ninguno: se importa todo el conjunto de datos.

• Primeros K: toma una muestra de las primeras filas K del conjunto de datos, donde K es un 
número entero que especifique.

• Aleatorio: toma una muestra aleatoria del tamaño que especifique.

• Estratificado: toma una muestra aleatoria estratificada. Una muestra estratificada conserva la 
relación de valores de una columna.

El bucket de Amazon S3 predeterminado se encuentra en la misma AWS región en la que se 
encuentra la instancia de Studio Classic para almacenar los resultados de las consultas de Amazon 
Redshift. Para obtener más información, consulte Almacenamiento de datos importados.

Para el bucket de Amazon S3 predeterminado o para el bucket que especifique, dispone de las 
siguientes opciones de cifrado:

• El cifrado de lado del servidor de AWS predeterminado con una clave administrada por Amazon S3 
(SSE-S3)

• Una clave de AWS Key Management Service (AWS KMS) que especifique

Una clave de AWS KMS es una clave de cifrado que usted crea y administra. Para obtener más 
información sobre claves de KMS, consulte AWS Key Management Service.

Puede especificar una clave de AWS KMS mediante el ARN de la clave o el ARN de la cuenta de 
AWS.
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Si utiliza la política administrada de IAM para conceder a un rol permiso para usar Data 
Wrangler en Studio Classic, el nombre de usuario de la base de datos debe tener el prefijo.
AmazonSageMakerFullAccess sagemaker_access

Utilice los siguientes procedimientos para obtener información sobre cómo agregar un nuevo clúster.

Note

Data Wrangler utiliza la API de datos de Amazon Redshift con credenciales temporales. 
Para obtener más información sobre esta API, consulte Uso de la API de datos de Amazon 
Redshift en la Guía de administración de Amazon Redshift.

Para conectarse a un clúster de Amazon Redshift

1. Inicia sesión en Amazon SageMaker Console.

2. Elija Studio.

3. Elija Lanzar aplicación.

4. En la lista desplegable, seleccione Studio.

5. Elija el icono Inicio.

6. Elija Datos.

7. Elija Data Wrangler.

8. Elija Importar datos.

9. En Disponible, seleccione Amazon Athena.

10. Elija Amazon Redshift.

11. Elija Credenciales temporales (IAM) como Tipo.

12. Introduce un nombre de conexión. Data Wrangler utiliza este nombre para identificar esta 
conexión.

13. Ingrese el Identificador del clúster para especificar a qué clúster desea conectarse. Nota: Ingrese 
solo el identificador del clúster y no el punto de conexión completo del clúster de Amazon 
Redshift.

14. Especifique el Nombre de la base de datos a la que desea conectarse.

15. Ingrese un Usuario de la base de datos para identificar el usuario que desea utilizar para 
conectarse a la base de datos.
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16. En Rol de IAM UNLOAD, ingrese el ARN del rol de IAM del rol que debe asumir el clúster de 
Amazon Redshift para mover y escribir datos en Amazon S3. Para obtener más información 
sobre este rol, consulte Autorización a Amazon Redshift para obtener acceso a otros servicios 
de AWS en su nombre en la Guía de administración de Amazon Redshift.

17. Elija Conectar.

18. De forma opcional, en Ubicación de salida de Amazon S3, especifique el URI de S3 en el que 
almacenar los resultados de la consulta.

19. De forma opcional, en ID de clave de KMS, especifique el ARN de la clave de AWS KMS o el 
alias. La siguiente imagen muestra dónde se encuentra cada clave en la AWS Management 
Console.

La imagen siguiente muestra todos los campos del procedimiento anterior.
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Cuando la conexión se haya establecido correctamente, aparecerá como origen de datos en la 
sección Importación de datos. Seleccione este origen de datos para consultar la base de datos e 
importar datos.
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Para consultar e importar datos de Amazon Redshift

1. Seleccione la conexión que desee consultar de Orígenes de datos.

2. Seleccione un Esquema. Para obtener más información acerca de los esquemas de Amazon 
Redshift, consulte Esquemas en la Guía para desarrolladores de bases de datos de Amazon 
Redshift.

3. De forma opcional, en Configuración avanzada, especifique el método de Muestreo que desee 
utilizar.

4. Ingrese la consulta en el editor de consultas y elija Ejecutar para ejecutar la consulta. Una vez 
que la consulta se haya realizado correctamente, puede obtener una vista previa del resultado 
en el editor.

5. Seleccione Importar conjunto de datos para importar el conjunto de datos que se ha consultado.

6. Introduzca un Nombre del conjunto de datos. Si agrega un Nombre del conjunto de datos que 
contenga espacios, estos espacios se sustituirán por guiones bajos al importar el conjunto de 
datos.

7. Elija Añadir.

Para editar un conjunto de datos, haga lo siguiente.

1. Vaya a su flujo de Data Wrangler.

2. Elija el signo + situado junto a Origen: muestreado.

3. Cambie los datos que está importando.

4. Seleccione Apply (Aplicar)

Importación de datos de Amazon EMR

Puede utilizar Amazon EMR como fuente de datos para su flujo de Amazon SageMaker Data 
Wrangler. Amazon EMR es una plataforma de clúster administrada que puede utilizar para procesar 
y analizar grandes cantidades de datos. Para obtener más información sobre Amazon EMR, consulte
¿Qué es Amazon EMR? Para importar un conjunto de datos de EMR, debe conectarse a él y 
consultarlo.

Important

Debe cumplir los siguientes requisitos previos para conectarse a un clúster de Amazon EMR:
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Requisitos previos

• Configuraciones de red

• Tiene una Amazon VPC en la región que utiliza para lanzar Amazon SageMaker Studio 
Classic y Amazon EMR.

• Tanto Amazon EMR como Amazon SageMaker Studio Classic deben lanzarse en 
subredes privadas. Pueden estar en la misma subred o en subredes diferentes.

• Amazon SageMaker Studio Classic debe estar en modo solo VPC.

Para obtener información acerca de la creación de una VPC, consulte Creación de una 
VPC.

Para obtener más información sobre la creación de una VPC, consulte Conectar los 
cuadernos clásicos de SageMaker Studio en una VPC a recursos externos.

• Los clústeres de Amazon EMR que ejecuta deben estar en la misma Amazon VPC.

• Los clústeres de Amazon EMR y la Amazon VPC deben estar en la misma cuenta de 
AWS.

• Sus clústeres de Amazon EMR se ejecutan en Hive o Presto.

• Los clústeres Hive deben permitir el tráfico entrante de los grupos de seguridad de 
Studio Classic en el puerto 10000.

• Los clústeres de Presto deben permitir el tráfico entrante de los grupos de seguridad 
de Studio Classic en el puerto 8889.

Note

El número de puerto es diferente para los clústeres de Amazon EMR que 
utilizan roles de IAM. Vaya al final de la sección de requisitos previos para 
obtener más información.

• SageMaker Studio Classic

• Amazon SageMaker Studio Classic debe ejecutar la versión 3 de Jupyter Lab. Para 
obtener información sobre la actualización de la versión de Jupyter Lab, consulte Vea y 
actualice la JupyterLab versión de una aplicación desde la consola.

• Amazon SageMaker Studio Classic tiene una función de IAM que controla el acceso 
de los usuarios. La función de IAM predeterminada que utiliza para ejecutar Amazon 
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SageMaker Studio Classic no tiene políticas que le permitan acceder a los clústeres de 
Amazon EMR. Debe asociar la política que otorga permisos al rol de IAM. Para obtener 
más información, consulte Configurar la capacidad de detección de los clústeres de 
Amazon EMR (para administradores).

• El rol de IAM también debe tener la siguiente política asociada:
secretsmanager:PutResourcePolicy.

• Si utilizas un dominio de Studio Classic que ya has creado, asegúrate de que
AppNetworkAccessType esté en modo solo VPC. Para obtener información sobre 
cómo actualizar un dominio para que utilice el modo solo VPC, consulte Cierre y 
actualice SageMaker Studio Classic.

• Clústeres de Amazon EMR

• Debe tener Hive o Presto instalados en el clúster.

• La versión de Amazon EMR debe ser 5.5.0 o posterior.

Note

Amazon EMR admite la terminación automática. La terminación automática 
impide que los clústeres inactivos se ejecuten y evita que usted incurra en 
costos. Las siguientes versiones admiten la terminación automática:

• Para las versiones 6.x, versión 6.1.0 o posterior.

• Para las versiones 5.x, versión 5.30.0 o posterior.

• Clústeres de Amazon EMR que utilizan roles de tiempo de ejecución de IAM

• Utilice las siguientes páginas para configurar los roles de tiempo de ejecución de IAM 
para el clúster de Amazon EMR. Cuando utilice roles de tiempo de ejecución, debe 
habilitar el cifrado en tránsito:

• Requisitos previos para lanzar un clúster de Amazon EMR con un rol de tiempo de 
ejecución

• Lanzamiento de un clúster de Amazon EMR con un control de acceso basado en roles

• Debe usar Lake Formation como herramienta de gobernanza para los datos de sus 
bases de datos. También debe utilizar un filtrado de datos externo para el control de 
acceso.

• Para obtener más información acerca de Lake Formation, consulte What is AWS Lake 
Formation?
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• Para obtener más información sobre la integración de Lake Formation en Amazon 
EMR, consulte Integrating third-party services with Lake Formation.

• La versión del clúster debe ser 6.9.0 o posterior.

• Acceda a AWS Secrets Manager. Para obtener más información sobre Secrets Manager, 
consulte ¿Qué es AWS Secrets Manager Secrets Manager?

• Los clústeres Hive deben permitir el tráfico entrante de los grupos de seguridad de 
Studio Classic en el puerto 10000.

Una Amazon VPC es una red virtual aislada lógicamente de otras redes virtuales en la nube de AWS. 
Amazon SageMaker Studio Classic y su clúster de Amazon EMR solo existen en la VPC de Amazon.

Utilice el siguiente procedimiento para lanzar Amazon SageMaker Studio Classic en una Amazon 
VPC.

Para iniciar Studio Classic en una VPC, haga lo siguiente.

1. Navegue hasta la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. Elige Launch SageMaker Studio Classic.

3. Elija Configuración estándar.

4. En el rol de ejecución predeterminado, elija el rol de IAM para configurar Studio Classic.

5. Elija la VPC en la que lanzó los clústeres de Amazon EMR.

6. En Subred, elija una subred privada.

7. En Grupo(s) de seguridad, especifique los grupos de seguridad que utilizar para el control entre 
las VPC.

8. Elija Solo VPC.

9. De forma opcional, AWS utiliza una clave de cifrado predeterminada. También puede especificar 
una clave de AWS Key Management Service para cifrar los datos.

10. Elija Siguiente.

11. En Configuración de Studio, elija las configuraciones que mejor se adapten a su caso.

12. Seleccione Siguiente para omitir los ajustes de SageMaker Canvas.

13. Elija Siguiente para omitir los ajustes de RStudio.
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Si no tiene un clúster de Amazon EMR listo, puede utilizar el siguiente procedimiento para crear uno. 
Para obtener más información sobre Amazon EMR, consulte ¿Qué es Amazon EMR?

Para crear un clúster, haga lo siguiente.

1. Vaya a AWS Management Console.

2. En la barra de búsqueda, especifique Amazon EMR.

3. Elija Create cluster.

4. En Nombre del clúster, ingrese el nombre del clúster.

5. En Versión, seleccione la versión de lanzamiento del clúster.

Note

Amazon EMR admite la terminación automática en las siguientes versiones:

• Para las versiones 6.x, versión 6.1.0 o posterior

• Para las versiones 5.x, versión 5.30.0 o posterior

La terminación automática impide que los clústeres inactivos se ejecuten y evita que 
usted incurra en costos.

6. De forma opcional, en Aplicaciones, elija Presto.

7. Elija la aplicación que está ejecutando en el clúster.

8. En Redes, para Configuración de hardware, especifique las opciones de configuración del 
hardware.

Important

Para redes, elija la VPC que ejecuta Amazon SageMaker Studio Classic y elija una 
subred privada.

9. En Seguridad y acceso, especifique la configuración de seguridad.

10. Seleccione Crear.
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Para ver un tutorial sobre cómo crear un clúster de Amazon EMR, consulte Introducción a Amazon 
EMR. Para obtener información sobre las prácticas recomendadas para configurar un clúster, 
consulte Consideraciones y prácticas recomendadas.

Note

Por motivos de seguridad, Data Wrangler solo puede conectarse a VPC en subredes 
privadas. No puede conectarse al nodo maestro a menos que utilice AWS Systems Manager 
para sus instancias de Amazon EMR. Para obtener más información, consulte Securing 
access to EMR clusters using AWS Systems Manager.

Actualmente, puede utilizar los siguientes métodos para acceder a un clúster de Amazon EMR:

• Sin autenticación

• Protocolo ligero de acceso a directorios (LDAP)

• IAM (rol de tiempo de ejecución)

Si no se utiliza la autenticación o si se usa un LDAP puede que sea necesario crear varios clústeres 
y perfiles de instancias de Amazon EC2. Si es un administrador, es posible que deba proporcionar 
a grupos de usuarios diferentes niveles de acceso a los datos. Estos métodos pueden generar una 
sobrecarga administrativa que dificulte la administración de los usuarios.

Se recomienda utilizar un rol de tiempo de ejecución de IAM que permita a varios usuarios 
conectarse al mismo clúster de Amazon EMR. Un rol de tiempo de ejecución es un rol de IAM 
que puede asignar a un usuario que se está conectando a un clúster de Amazon EMR. Puede 
configurar el rol de IAM en tiempo de ejecución para que tenga permisos concretos para cada grupo 
de usuarios.

Utilice las siguientes secciones para crear un clúster de Amazon EMR de Presto o Hive con el LDAP 
activado.

Presto

Important

Para utilizar AWS Glue como metaalmacén para tablas de Presto, seleccione Usar
para Metadatos de la tabla de Presto para almacenar los resultados de las consultas de 
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Amazon EMR en un catálogo de datos de AWS Glue cuando lance un clúster de EMR. Si 
almacena los resultados de las consultas en un catálogo de datos de AWS Glue puede 
ahorrarse gastos.
Para consultar conjuntos de datos de gran tamaño en clústeres de Amazon EMR, debe 
agregar las siguientes propiedades al archivo de configuración de Presto en los clústeres 
de Amazon EMR:

[{"classification":"presto-config","properties":{
"http-server.max-request-header-size":"5MB",
"http-server.max-response-header-size":"5MB"}}]                 
             

También puede modificar las opciones de configuración al lanzar el clúster de Amazon 
EMR.
El archivo de configuración del clúster de Amazon EMR se encuentra en la siguiente ruta:
/etc/presto/conf/config.properties.

Utilice el siguiente procedimiento para crear un clúster de Presto con el LDAP activado.

Para crear un clúster, haga lo siguiente.

1. Vaya a AWS Management Console.

2. En la barra de búsqueda, especifique Amazon EMR.

3. Elija Create cluster.

4. En Nombre del clúster, ingrese el nombre del clúster.

5. En Versión, seleccione la versión de lanzamiento del clúster.

Note

Amazon EMR admite la terminación automática en las siguientes versiones:

• Para las versiones 6.x, versión 6.1.0 o posterior

• Para las versiones 5.x, versión 5.30.0 o posterior
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La terminación automática impide que los clústeres inactivos se ejecuten y evita que 
usted incurra en costos.

6. Elija la aplicación que está ejecutando en el clúster.

7. En Redes, para Configuración de hardware, especifique las opciones de configuración del 
hardware.

Important

Para redes, elija la VPC que ejecuta Amazon SageMaker Studio Classic y elija una 
subred privada.

8. En Seguridad y acceso, especifique la configuración de seguridad.

9. Seleccione Crear.

Hive

Important

Para utilizar AWS Glue como metaalmacén para tablas de Hive, seleccione Usar
para Metadatos de la tabla de Hive para almacenar los resultados de las consultas de 
Amazon EMR en un catálogo de datos de AWS Glue cuando lance un clúster de EMR. Si 
almacena los resultados de las consultas en un catálogo de datos de AWS Glue puede 
ahorrarse gastos.
Para poder consultar conjuntos de datos de gran tamaño en clústeres de Amazon EMR, 
agregue las siguientes propiedades al archivo de configuración de Hive en los clústeres 
de Amazon EMR:

[{"classification":"hive-site", "properties"
:{"hive.resultset.use.unique.column.names":"false"}}]             
             

También puede modificar las opciones de configuración al lanzar el clúster de Amazon 
EMR.
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El archivo de configuración del clúster de Amazon EMR se encuentra en la siguiente ruta:
/etc/hive/conf/hive-site.xml. Puede especificar la siguiente propiedad y reiniciar 
el clúster:

<property> 
    <name>hive.resultset.use.unique.column.names</name> 
    <value>false</value>
</property> 
                        

Utilice el siguiente procedimiento para crear un clúster de Hive con el LDAP activado.

Para crear un clúster de Hive con el LDAP activado, haga lo siguiente.

1. Vaya a AWS Management Console.

2. En la barra de búsqueda, especifique Amazon EMR.

3. Elija Create cluster.

4. Elija Go to advanced options (Ir a las opciones avanzadas).

5. En Versión, seleccione una versión de lanzamiento de Amazon EMR.

6. La opción de configuración Hive está seleccionada de forma predeterminada. Asegúrese de 
que la opción Hive tenga una casilla de verificación a su lado.

7. De forma opcional, también puede seleccionar Presto como opción de configuración para 
activar Hive y Presto en el clúster.

8. De forma opcional, seleccione Usar para metadatos de la tabla de Hive para almacenar 
los resultados de las consultas de Amazon EMR en un catálogo de datos de AWS Glue. Si 
almacena los resultados de las consultas en un catálogo de AWS Glue puede ahorrarse 
gastos. Para más información, consulte Using the AWS Glue Data Catalog as the metastore 
for Hive.

Note

El almacenamiento de los resultados de la consulta en un catálogo de datos requiere 
la versión 5.8.0 o posterior de Amazon EMR.

9. En Ingresar la configuración, especifique el siguiente JSON:
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[ 
  { 
    "classification": "hive-site", 
    "properties": { 
      "hive.server2.authentication.ldap.baseDN": "dc=example,dc=org", 
      "hive.server2.authentication": "LDAP", 
      "hive.server2.authentication.ldap.url": "ldap://ldap-server-dns-name:389" 
    } 
  }
]

Note

Como práctica recomendada de seguridad, recomendamos habilitar el SSL 
HiveServer añadiendo algunas propiedades en el JSON anterior del subdominio. 
Para obtener más información, consulte Habilitar SSL en HiveServer 2.

10. Especifique el resto de la configuración del clúster y cree un clúster.

Utilice las siguientes secciones para utilizar la autenticación LDAP para los clústeres de Amazon 
EMR que ya haya creado.

LDAP for Presto

El uso de LDAP en un clúster que ejecute Presto requiere acceso al coordinador de Presto a 
través de HTTPS. Para otorgar acceso, haga lo siguiente:

• Active el acceso en el puerto 636

• Habilite el SSL para el coordinador de Presto

Utilice la siguiente plantilla para configurar Presto:

- Classification: presto-config 
     ConfigurationProperties: 
        http-server.authentication.type: 'PASSWORD' 
        http-server.https.enabled: 'true' 
        http-server.https.port: '8889' 
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        http-server.http.port: '8899' 
        node-scheduler.include-coordinator: 'true' 
        http-server.https.keystore.path: '/path/to/keystore/path/for/presto' 
        http-server.https.keystore.key: 'keystore-key-password'
        discovery.uri: 'http://master-node-dns-name:8899'
- Classification: presto-password-authenticator 
     ConfigurationProperties: 
        password-authenticator.name: 'ldap' 
        ldap.url: !Sub 'ldaps://ldap-server-dns-name:636' 
        ldap.user-bind-pattern: "uid=${USER},dc=example,dc=org" 
        internal-communication.authentication.ldap.user: "ldap-user-name"
        internal-communication.authentication.ldap.password: "ldap-password"        
               
                    

Para obtener más información sobre cómo configurar LDAP en Presto, consulte los siguientes 
recursos:

• LDAP Authentication

• Uso de la autenticación LDAP para Presto en Amazon EMR

Note

Como práctica recomendada de seguridad, se recomienda habilitar SSL para Presto. 
Para obtener más información, consulte Secure Internal Communication.

LDAP for Hive

Para usar LDAP para Hive en un clúster que haya creado, siga el siguiente procedimiento para
Volver a configurar un grupo de instancias en la consola.

Va a especificar el nombre del clúster al que se está conectando.

[ 
  { 
    "classification": "hive-site", 
    "properties": { 
      "hive.server2.authentication.ldap.baseDN": "dc=example,dc=org", 
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      "hive.server2.authentication": "LDAP", 
      "hive.server2.authentication.ldap.url": "ldap://ldap-server-dns-name:389" 
    } 
  }
]                        
                     

Utilice el siguiente procedimiento para importar datos de un clúster.

Para importar datos de un clúster, haga lo siguiente.

1. Abra un flujo de Data Wrangler.

2. Elija Create Connection (Crear conexión).

3. Elija Amazon EMR.

4. Aplique alguna de las siguientes acciones.

• De forma opcional, en el ARN del secreto, especifique el número de recurso de Amazon 
(ARN) de la base de datos del clúster. Los secretos proporcionan seguridad adicional. Para 
obtener más información acerca de los secretos, consulte ¿Qué es AWS Secrets Manager 
Secrets Manager? Para obtener más información acerca de la creación de un secreto para 
el clúster, consulte Creación de un secreto de AWS Secrets Manager para el clúster.

Important

Debe especificar un secreto si utiliza un rol de tiempo de ejecución de IAM para la 
autenticación.

• Seleccione un clúster de la lista desplegable.

5. Elija Siguiente.

6. En Seleccione un punto final para el example-cluster-nameclúster, elija un motor de 
consultas.

7. De forma opcional, seleccione Guardar conexión.

8. Elija Siguiente, seleccione inicio de sesión y elija una de estas opciones:

• Sin autenticación

• LDAP

• IAM
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9. En Iniciar sesión en el example-cluster-nameclúster, especifique el nombre de usuario y la
contraseña del clúster.

10. Elija Conectar.

11. En el editor de consultas, especifique una consulta SQL.

12. Elija Ejecutar.

13. Seleccione Importar.

Creación de un secreto de AWS Secrets Manager para el clúster

Si utiliza un rol de tiempo de ejecución de IAM para acceder a su clúster de Amazon EMR, debe 
almacenar las credenciales que utiliza para acceder a Amazon EMR como un secreto de Secrets 
Manager. Todas las credenciales que utiliza para acceder al clúster se almacenan en el secreto.

Debe almacenar la siguiente información en el secreto:

• Punto de conexión de JDBC: jdbc:hive2://.

• Nombre de DNS: el nombre de DNS de su clúster de Amazon EMR. Puede ser el punto de 
conexión del nodo principal o el nombre de host.

• Puerto: 8446.

También puede almacenar la siguiente información adicional en el secreto:

• Rol de IAM: el rol de IAM que utiliza para acceder al clúster. Data Wrangler usa tu rol de 
SageMaker ejecución de forma predeterminada.

• Ruta del almacén de confianza: de forma predeterminada, Data Wrangler crea una ruta del 
almacén de confianza para usted. También puede utilizar su propia ruta del almacén de confianza. 
Para obtener más información sobre las rutas de los almacenes de confianza, consulte Cifrado en 
tránsito en 2. HiveServer

• Contraseña del almacén de confianza: de forma predeterminada, Data Wrangler crea una 
contraseña del almacén de confianza para usted. También puede utilizar su propia ruta del 
almacén de confianza. Para obtener más información sobre las rutas de los almacenes de 
confianza, consulte Cifrado en tránsito en la sección 2. HiveServer

Utilice el siguiente procedimiento para almacenar las credenciales en un secreto de Secrets 
Manager.
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Para almacenar las credenciales como un secreto, haga lo siguiente.

1. Vaya a AWS Management Console.

2. En la barra de búsqueda, especifique Secrets Manager.

3. Elija AWS Secrets Manager.

4. Elija Almacenar un secreto nuevo.

5. En Secret type (Tipo de secreto), elija Other type of secret (Otro tipo de secreto).

6. En pares clave-valor, seleccione Texto sin formato.

7. Para los clústeres que ejecutan Hive, puede utilizar la siguiente plantilla para la autenticación de 
IAM.

{"jdbcURL": "" 
 "iam_auth": {"endpoint": "jdbc:hive2://", #required 
                "dns": "ip-xx-x-xxx-xxx.ec2.internal", #required  
                "port": "10000", #required 
              "cluster_id": "j-xxxxxxxxx", #required 
              "iam_role": "arn:aws:iam::xxxxxxxx:role/xxxxxxxxxxxx", #optional 
              "truststore_path": "/etc/alternatives/jre/lib/security/cacerts", 
 #optional 
              "truststore_password": "changeit" #optional 
               
              }}                                
                             

Note

Después de importar los datos, se les aplican transformaciones. A continuación, exporta 
los datos que ha transformado a una ubicación específica. Si utiliza un cuaderno de 
Jupyter para exportar los datos transformados a Amazon S3, debe utilizar la ruta del 
almacén de confianza especificada en el ejemplo anterior.

Un secreto de Secrets Manager almacena la URL de JDBC del clúster de Amazon EMR como un 
secreto. El uso de un secreto es más seguro que introducir directamente las credenciales.

Utilice el siguiente procedimiento para almacenar la URL de JDBC como un secreto.
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Para almacenar la URL de JDBC como un secreto, haga lo siguiente.

1. Vaya a AWS Management Console.

2. En la barra de búsqueda, especifique Secrets Manager.

3. Elija AWS Secrets Manager.

4. Elija Almacenar un secreto nuevo.

5. En Secret type (Tipo de secreto), elija Other type of secret (Otro tipo de secreto).

6. Para Pares clave-valor, especifique jdbcURL como clave y una URL de JDBC válida como 
valor.

El formato de una URL de JDBC válida depende de si se utiliza la autenticación y de si se utiliza 
Hive o Presto como motor de consulta. La siguiente lista muestra los formatos de URL de JBDC 
válidos para las distintas configuraciones posibles.

• Hive, sin autenticación: jdbc:hive2://emr-cluster-master-public-dns:10000/;

• Hive, autenticación LDAP: jdbc:hive2://emr-cluster-master-public-dns-
name:10000/;AuthMech=3;UID=david;PWD=welcome123;

• En el caso de Hive con SSL habilitado, el formato de URL de JDBC depende de si se utiliza 
un archivo de almacén de claves de Java para la configuración de TLS. El archivo de almacén 
de claves de Java ayuda a verificar la identidad del nodo maestro del clúster de Amazon 
EMR. Para usar un archivo de almacén de claves de Java, genérelo en un clúster de EMR 
y cárguelo en Data Wrangler. Para generar un archivo, utilice el siguiente comando en el 
clúster de Amazon EMR: keytool -genkey -alias hive -keyalg RSA -keysize 
1024 -keystore hive.jks. Para obtener información sobre la ejecución de comandos en 
un clúster de Amazon EMR, consulte Securing access to EMR clusters using AWS Systems 
Manager. Para cargar un archivo, elija la flecha hacia arriba en la barra de navegación 
izquierda de la interfaz de usuario de Data Wrangler.

Los siguientes son los formatos de URL de JDBC válidos para Hive con SSL habilitado:

• Sin un archivo de almacén de claves de Java: jdbc:hive2://emr-
cluster-master-public-dns:10000/;AuthMech=3;UID=user-
name;PWD=password;SSL=1;AllowSelfSignedCerts=1;

• Con un archivo de almacén de claves de Java: jdbc:hive2://emr-
cluster-master-public-dns:10000/;AuthMech=3;UID=user-
name;PWD=password;SSL=1;SSLKeyStore=/home/sagemaker-user/data/Java-
keystore-file-name;SSLKeyStorePwd=Java-keystore-file-passsword;
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• Listo, sin autenticación: jdbc:presto://-dns:8889/; emr-cluster-
master-public

• En el caso de Presto con autenticación LDAP y SSL habilitado, el formato de URL de JDBC 
depende de si se utiliza un archivo de almacén de claves de Java para la configuración de 
TLS. El archivo de almacén de claves de Java ayuda a verificar la identidad del nodo maestro 
del clúster de Amazon EMR. Para usar un archivo de almacén de claves de Java, genérelo 
en un clúster de EMR y cárguelo en Data Wrangler. Para cargar un archivo, elija la flecha 
hacia arriba en la barra de navegación izquierda de la interfaz de usuario de Data Wrangler. 
Para obtener información sobre cómo crear un archivo de almacén de claves de Java para 
Presto, consulte Java Keystore File for TLS. Para obtener información sobre la ejecución de 
comandos en un clúster de Amazon EMR, consulte Securing access to EMR clusters using 
AWS Systems Manager.

• Sin un archivo de almacén de claves de Java: jdbc:presto://emr-cluster-
master-public-dns:8889/;SSL=1;AuthenticationType=LDAP 
Authentication;UID=user-
name;PWD=password;AllowSelfSignedServerCert=1;AllowHostNameCNMismatch=1;

• Con un archivo de almacén de claves de Java: jdbc:presto://emr-cluster-
master-public-dns:8889/;SSL=1;AuthenticationType=LDAP 
Authentication;SSLTrustStorePath=/home/sagemaker-user/data/Java-
keystore-file-name;SSLTrustStorePwd=Java-keystore-file-
passsword;UID=user-name;PWD=password;

Durante el proceso de importación de datos desde un clúster de Amazon EMR, podría tener 
problemas. Para obtener información acerca de la solución de problemas, consulte Solución de 
problemas con Amazon EMR.

Importación de datos de Databricks (JDBC)

Puede usar Databricks como fuente de datos para su flujo de Amazon SageMaker Data Wrangler. 
Para importar un conjunto de datos de Databricks, utilice la funcionalidad de importación de JDBC 
(Java Database Connectivity) para acceder a su base de datos de Databricks. Después de acceder a 
la base de datos, especifique una consulta SQL para obtener los datos e importarlos.

Suponemos que tiene un clúster de Databricks en ejecución y que ha configurado su controlador 
JDBC para él. Para obtener más información, consulte las siguientes páginas de documentación de 
Databricks.
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• Controlador JDBC

• JDBC configuration and connection parameters

• Authentication parameters

Data Wrangler almacena la URL de JDBC en AWS Secrets Manager. Debe conceder permisos a 
su función de ejecución de IAM de Amazon SageMaker Studio Classic para usar Secrets Manager. 
Utilice el siguiente procedimiento para conceder permisos.

Para conceder permisos a Secrets Manager, haga lo siguiente.

1. Inicie sesión en la AWS Management Console y abra la consola de IAM en https:// 
console.aws.amazon.com/iam/.

2. Elija Roles.

3. En la barra de búsqueda, especifique la función de SageMaker ejecución de Amazon que utiliza 
Amazon SageMaker Studio Classic.

4. Elija el rol .

5. Elija Añadir permisos.

6. Elija Crear política insertada.

7. En Servicio, especifique Secrets Manager y elíjalo.

8. En Acciones, seleccione el icono de flecha situado junto a Administración de permisos.

9. Elija PutResourcePolicy.

10. En Recursos, elija Específico.

11. Elija la casilla de verificación situada junto a Cualquiera de esta cuenta.

12. Elija Revisar política.

13. En Nombre, especifique un nombre.

14. Elija Crear política.

Puede usar particiones para importar los datos con mayor rapidez. Las particiones dan a Data 
Wrangler la capacidad de procesar los datos en paralelo. De forma predeterminada, Data Wrangler 
usa 2 particiones. Para la mayoría de los casos de uso, 2 particiones ofrecen velocidades de 
procesamiento de datos casi óptimas.

Si decide especificar más de 2 particiones, también puede especificar una columna para particionar 
los datos. El tipo de valores de la columna debe ser numérico o de fecha.
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Se recomienda usar particiones solo si comprende la estructura de los datos y cómo se procesan.

Puede importar todo el conjunto de datos o tomar una muestra de una parte del mismo. Para una 
base de datos de Databricks, proporciona las siguientes opciones de muestreo:

• Ninguno: se importa todo el conjunto de datos.

• Primeros K: toma una muestra de las primeras filas K del conjunto de datos, donde K es un 
número entero que especifique.

• Aleatorio: toma una muestra aleatoria del tamaño que especifique.

• Estratificado: toma una muestra aleatoria estratificada. Una muestra estratificada conserva la 
relación de valores de una columna.

Utilice el siguiente procedimiento para importar datos de una base de datos de Databricks.

Para importar datos de Databricks, haga lo siguiente.

1. Inicia sesión en Amazon SageMaker Console.

2. Elija Studio.

3. Elija Lanzar aplicación.

4. En la lista desplegable, seleccione Studio.

5. En la pestaña Importar datos de su flujo de Data Wrangler, elija Databricks.

6. Especifique los siguientes campos:

• Nombre del conjunto de datos: un nombre que desee usar para el conjunto de datos en el flujo 
de Data Wrangler.

• Controlador: com.simba.spark.jdbc.Driver.

• URL de JDBC: la URL de la base de datos de Databricks. El formato de la URL puede variar 
entre las instancias de Databricks. Para obtener información sobre cómo encontrar la URL 
y especificar los parámetros que contiene, consulte JDBC configuration and connection 
parameters. El siguiente es un ejemplo de cómo se puede formatear una 
URL: jdbc:spark://aws-sagemaker-datawrangler.cloud.databricks.com:443/
default; transportMode=http; ssl=1; httpPath=sql/protocolV1/
O/3122619508517275/0909-200301-cut318; =3; UID= token; PWD=. AuthMech
personal-access-token
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Note

Puede especificar el ARN del secreto que contenga la URL de JDBC en lugar de 
especificar la propia URL de JDBC. El secreto debe contener un par clave-valor con 
el siguiente formato: jdbcURL:JDBC-URL. Para obtener más información, consulte
¿Qué es Secrets Manager?

7. Especifique una instrucción SQL SELECT.

Note

Data Wrangler no admite expresiones de tabla común (CTE) ni tablas temporales dentro 
de una consulta.

8. En muestreo, elija un método de muestreo.

9. Elija Ejecutar.

10. De forma opcional, en VISTA PREVIA, elija el engranaje para abrir la Configuración de la 
partición.
El engranaje para los ajustes adicionales se encuentra en el extremo derecho del título de
VISTA PREVIA.

• Especifique el número de particiones. Puede particionar por columna si especifica el número 
de particiones:

• Ingrese el número de particiones: especifique un valor superior a 2.

• (Opcional) Partición por columna: especifique los siguientes campos. Solo puede 
particionar por una columna si ha especificado un valor para Ingresar número de 
particiones.

• Seleccionar columna: seleccione la columna que va a utilizar para la partición de datos. 
El tipo de valores de la columna debe ser numérico o de fecha.

• Límite superior: el límite superior de los valores de la columna que ha especificado 
es el valor que utiliza en la partición. El valor que especifique no cambia los datos 
que importe. Solo afecta a la velocidad de la importación. Para obtener el mejor 
rendimiento, especifique un límite superior cercano al máximo de la columna.

• Límite inferior: el límite inferior de los valores de la columna que ha especificado 
es el valor que utiliza en la partición. El valor que especifique no cambia los datos 
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que importe. Solo afecta a la velocidad de la importación. Para obtener el mejor 
rendimiento, especifique un límite inferior cercano al mínimo de la columna.

11. Seleccione Importar.

Importación de datos de Salesforce Data Cloud.

Puede utilizar Salesforce Data Cloud como fuente de datos en Amazon SageMaker Data Wrangler 
para preparar los datos de su Salesforce Data Cloud para el aprendizaje automático.

Con Salesforce Data Cloud como origen de datos en Data Wrangler, puede conectarse rápidamente 
a los datos de Salesforce sin necesidad de escribir una sola línea de código. Puede unir sus datos de 
Salesforce con datos de cualquier otro origen de datos en Data Wrangler.

Una vez que se conecte a la nube de datos, puede hacer lo siguiente:

• Visualizar los datos con visualizaciones integradas

• Comprender los datos e identificar posibles errores y valores extremos

• Transformar los datos con más de 300 transformaciones integradas

• Exportar los datos que ha transformado

Temas

• Configuración de administrador

• Guía para científicos de datos

Configuración de administrador

Important

Antes de empezar, asegúrese de que sus usuarios utilizan Amazon SageMaker Studio 
Classic versión 1.3.0 o posterior. Para obtener información sobre cómo comprobar la versión 
de Studio Classic y actualizarla, consultePrepare datos de aprendizaje automático con 
Amazon SageMaker Data Wrangler.

Al configurar el acceso a Salesforce Data Cloud, debe completar las siguientes tareas:
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• Obtener la URL del dominio de Salesforce. Salesforce también hace referencia a la URL del 
dominio como URL de la organización.

• Obtener las credenciales de OAuth de Salesforce.

• Obtener la URL de autorización y la URL del token del dominio de Salesforce.

• Crear un secreto de AWS Secrets Manager con la configuración de OAuth.

• Crear una configuración de ciclo de vida que Data Wrangler utilizará para leer las credenciales del 
secreto.

• Otorgar permisos a Data Wrangler para leer el secreto.

Tras realizar las tareas anteriores, los usuarios pueden iniciar sesión en Salesforce Data Cloud 
mediante OAuth.

Note

Es posible que sus usuarios tengan problemas una vez que haya configurado todo esto. 
Para obtener más información acerca de la solución de problemas, consulte Solución de 
problemas con Salesforce.

Utilice el siguiente procedimiento para obtener la URL del dominio.

1. Vaya a la página de inicio de sesión de Salesforce.

2. En Quick find, especifique My Domain.

3. Copie el valor de Current My Domain URL en un archivo de texto.

4. Agregue https:// al principio de la URL.

Tras obtener la URL del dominio de Salesforce, puede utilizar el siguiente procedimiento para 
obtener las credenciales de inicio de sesión de Salesforce y permitir que Data Wrangler acceda a los 
datos de Salesforce.

Para obtener las credenciales de inicio de sesión de Salesforce y proporcionar acceso a Data 
Wrangler, haga lo siguiente.

1. Vaya a la URL del dominio de Salesforce e inicie sesión en su cuenta.

2. Seleccione el icono de la rueda.
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3. En la barra de búsqueda que aparece, especifique App Manager.

4. Seleccione New Connected App.

5. Especifique los siguientes campos:

• Nombre de la aplicación conectada: puede especificar cualquier nombre, pero se recomienda 
elegir uno que incluya Data Wrangler. Por ejemplo, puede especificar Integración de 
Salesforce Data Cloud y Data Wrangler.

• Nombre de la API: utilice el valor predeterminado.

• Correo electrónico de contacto: especifique su dirección de correo electrónico.

• En el API heading (Enable OAuth Settings), seleccione la casilla de verificación para activar la 
configuración de OAuth.

• En la URL de devolución de llamada, especifique la URL de Amazon SageMaker Studio 
Classic. Para obtener la URL de Studio Classic, acceda a ella desde AWS Management 
Console y cópiela.

6. En Selected OAuth Scopes, mueva lo siguiente de Available OAuth Scopes a Selected OAuth 
Scopes:

• Administrar los datos de los usuarios a través de las API (api)

• Realizar solicitudes en cualquier momento (refresh_token, offline_access)

• Realizar consultas SQL ANSI en los datos de Salesforce Data Cloud (cdp_query_api)

• Administrar los datos de perfil de la plataforma de datos de clientes de Salesforce 
(cdp_profile_api)

7. Seleccione Guardar. Tras guardar los cambios, Salesforce abre una página nueva.

8. Elija Continue

9. Vaya a Consumer Key and Secret.

10. Elija Manage Consumer Details. Salesforce lo redirige a una nueva página en la que puede que 
tendrá que superar una autenticación de dos factores.

11.
Important

Copie la clave del consumidor y el secreto del consumidor en un editor de texto. 
Necesitará esta información para conectar la nube de datos a Data Wrangler.

12. Vuelva a Manage Connected Apps.

13. Vaya Connected App Name y el nombre de su aplicación.
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14. Elija Administrar.

a. Seleccione Edit Policies.

b. Cambie IP Relaxation a Relax IP restrictions.

c. Seleccione Guardar.

Después de proporcionar acceso a su Salesforce Data Cloud, debe proporcionar permisos a sus 
usuarios. Utilice el siguiente procedimiento para concederles permisos.

Para proporcionar permisos a los usuarios, haga lo siguiente.

1. Diríjase a la página de inicio de configuración.

2. En la barra de navegación de la izquierda, busque Users y elija la opción de menú Users.

3. Elija el hipervínculo con su nombre de usuario.

4. Vaya a Permission Set Assignments.

5. Elija Edit Assignments.

6. Agregue los siguientes permisos:

• Customer Data Platform Admin

• Customer Data Platform Data Aware Specialist

7. Seleccione Guardar.

Después de obtener la información de su dominio de Salesforce, debe obtener la URL de 
autorización y la URL del token del secreto de AWS Secrets Manager que está creando.

Utilice el procedimiento siguiente para obtener la URL de autorización y la URL del token.

Para obtener la URL de autorización y la URL del token

1. Vaya a la URL de su dominio de Salesforce.

2. Utilice uno de los siguientes métodos para obtener las URL. Si utiliza una distribución de Linux 
con curl y jq instalados, se recomienda utilizar el método que solo funciona en Linux.

• Solo en Linux, especifique el siguiente comando en su terminal.

curl salesforce-domain-URL/.well-known/openid-configuration | \
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jq '. | { authorization_url: .authorization_endpoint, 
 token_url: .token_endpoint }' | \
jq '.  += { identity_provider: "SALESFORCE", client_id: "example-client-id", 
 client_secret: "example-client-secret" }'                              
                             

• a. Vaya a URL-ejemplo-org/.well-known/openid-configuration en el 
navegador.

b. Copie authorization_endpoint y token_endpoint a un editor de texto.

c. Cree el siguiente objeto JSON:

{ 
  "identity_provider": "SALESFORCE", 
  "authorization_url": "example-authorization-endpoint",  
  "token_url": "example-token-endpoint", 
  "client_id": "example-consumer-key", 
  "client_secret": "example-consumer-secret"
} 
                                     

Tras crear el objeto de configuración de OAuth, puede crear un secreto de AWS Secrets Manager 
que lo almacene. Utilice el siguiente procedimiento para crear el secreto.

Para crear un secreto, haga lo siguiente:

1. Vaya a la consola de AWS Secrets Manager.

2. Elija Almacenar un secreto.

3. Seleccione Otro tipo de secreto.

4. En pares clave-valor, seleccione Texto sin formato.

5. Sustituya el JSON vacío por los siguientes ajustes de configuración.

{ 
  "identity_provider": "SALESFORCE", 
  "authorization_url": "example-authorization-endpoint",  
  "token_url": "example-token-endpoint", 
  "client_id": "example-consumer-key", 
  "client_secret": "example-consumer-secret"
}                     
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6. Elija Siguiente.

7. En Nombre del secreto, especifique el nombre del secreto.

8. En Etiquetas, elija Agregar.

• En Clave, especifique sagemaker:partner. En Valor, se recomienda especificar un valor que 
sea útil para su caso de uso. Sin embargo, puede especificar cualquier cosa.

Important

Tiene que crear la clave. No puede importar sus datos de Salesforce si no los ha creado.

9. Elija Siguiente.

10. Elija Almacenar.

11. Elija el secreto que ha creado.

12. Tome nota de los siguientes campos:

• El número de recurso de Amazon (ARN) del secreto

• El nombre del secreto.

Una vez creado el secreto, debe agregar permisos para que Data Wrangler lo lea. Utilice el siguiente 
procedimiento para agregar permisos.

Para agregar permisos de lectura a Data Wrangler, haga lo siguiente.

1. Ve a la  SageMaker consola de Amazon.

2. Elija Dominios.

3. Elija el dominio que utiliza para acceder a Data Wrangler.

4. Elija su Perfil de usuario.

5. En Detalles, busque el Rol de ejecución. El ARN tiene el siguiente formato:
arn:aws:iam::111122223333:role/example-role. Anote la función de SageMaker 
ejecución. Dentro de la ARN, es todo lo que viene después de role/.

6. Vaya a la consola de IAM.
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7. En la barra de búsqueda de Search IAM, especifique el nombre de la función de SageMaker 
ejecución.

8. Elija el rol .

9. Elija Añadir permisos.

10. Elija Crear política insertada.

11. Seleccione la pestaña JSON.

12. Especifique la siguiente política en el editor.

{ 
 "Version": "2012-10-17", 
 "Statement": [ 
     { 
         "Effect": "Allow", 
         "Action": [ 
             "secretsmanager:GetSecretValue", 
             "secretsmanager:PutSecretValue" 
         ], 
         "Resource": "arn:aws:secretsmanager:*:*:secret:*", 
         "Condition": { 
             "ForAnyValue:StringLike": { 
                 "aws:ResourceTag/sagemaker:partner": "*" 
             } 
         } 
     }, 
     { 
         "Effect": "Allow", 
         "Action": [ 
             "secretsmanager:UpdateSecret" 
         ], 
         "Resource": "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
     } 
 ]
}                         
                     

13. Elija Revisar la política.

14. En Nombre, especifique un nombre.

15. Elija Crear política.
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Tras conceder a Data Wrangler los permisos para leer el secreto, debe añadir una configuración del 
ciclo de vida que utilice el secreto de Secrets Manager a su perfil de usuario de Amazon SageMaker 
Studio Classic.

Utilice el siguiente procedimiento para crear una configuración de ciclo de vida y añadirla al perfil de 
Studio Classic.

Para crear una configuración de ciclo de vida y añadirla al perfil de Studio Classic, haga lo siguiente.

1. Ve a la  SageMaker consola de Amazon.

2. Elija Dominios.

3. Elija el dominio que utiliza para acceder a Data Wrangler.

4. Elija su Perfil de usuario.

5. Si ve las siguientes aplicaciones, elimínelas:

• KernelGateway

• JupyterKernel

Note

Al eliminar las aplicaciones, Studio Classic se actualiza. Las actualizaciones pueden 
tardar un poco.

6. Mientras espera a que se produzcan las actualizaciones, elija las Configuraciones de ciclo de 
vida.

7. Asegúrese de que la página en la que se encuentra indique las configuraciones del ciclo de vida 
de Studio Classic.

8. Seleccione Crear configuración.

9. Asegúrese de que se haya seleccionado la Aplicación de servidor de Jupyter.

10. Elija Siguiente.

11. En Nombre, especifique un nombre para la configuración.

12. En Scripts, especifique el siguiente script:

#!/bin/bash
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set -eux

cat > ~/.sfgenie_identity_provider_oauth_config <<EOL
{ 
    "secret_arn": "secrets-arn-containing-salesforce-credentials"
}
EOL 

                 

13. Elija Enviar.

14. En el panel de navegación izquierdo, elija Dominios.

15. Seleccione su dominio.

16. Seleccione Entorno.

17. En Configuraciones del ciclo de vida de las aplicaciones personales de Studio Classic, 
selecciona Adjuntar.

18. Seleccione Configuración existente.

19. En Configuraciones del ciclo de vida de Studio Classic, selecciona la configuración del ciclo de 
vida que has creado.

20. Elija Asociar al dominio.

21. Seleccione la casilla situada junto a la configuración del ciclo de vida que ha asociado.

22. Seleccione Establecer como predeterminado.

Podría tener problemas al configurar el ciclo de vida. Para obtener información para depurarlo, 
consulte Depuración de configuraciones del ciclo de vida.

Guía para científicos de datos

Utilice lo siguiente para conectarse a Salesforce Data Cloud y acceder a sus datos en Data Wrangler.

Important

Su administrador tiene que usar la información de las secciones anteriores para configurar 
Salesforce Data Cloud. Si tiene problemas, póngase en contacto con ellos para obtener 
ayuda con la solución de problemas.
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Para abrir Studio Classic y comprobar su versión, consulte el siguiente procedimiento.

1. Sigue los pasos que se indican Requisitos previos a continuación para acceder a Data Wrangler 
a través de Amazon SageMaker Studio Classic.

2. Junto al usuario que quieres usar para iniciar Studio Classic, selecciona Iniciar aplicación.

3. Elija Studio.

Para crear un conjunto de datos en Data Wrangler con datos de Salesforce Data Cloud

1. Inicia sesión en Amazon SageMaker Console.

2. Elija Studio.

3. Elija Lanzar aplicación.

4. En la lista desplegable, seleccione Studio.

5. Elija el icono Inicio.

6. Elija Datos.

7. Elija Data Wrangler.

8. Elija Importar datos.

9. En Disponible, seleccione Salesforce Data Cloud.

10. En Nombre de la conexión, especifique un nombre para su conexión a Salesforce Data Cloud.

11. En URL de la organización, especifique la URL de la organización en su cuenta de Salesforce. 
Puede obtener la URL de sus administradores.

12. Elija Conectar.

13. Especifique sus credenciales para iniciar sesión en Salesforce.

Puede empezar a crear un conjunto de datos con datos de Salesforce Data Cloud después de 
conectarse.

Una vez que seleccione una tabla, puede escribir consultas y ejecutarlas. El resultado de la consulta 
se muestra en Resultados de la consulta.

Una vez que haya establecido el resultado de la consulta, puede importarlo a un flujo de Data 
Wrangler para realizar transformaciones de datos.

Una vez que haya creado un conjunto de datos, vaya a hasta la pantalla Flujo de datos para empezar 
a transformar los datos.
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Importación de datos de Snowflake

Puedes usar Snowflake como fuente de datos en Data Wrangler para preparar SageMaker los datos 
de Snowflake para el aprendizaje automático.

Con Snowflake como origen de datos en Data Wrangler, puede conectarse rápidamente a Snowflake 
sin escribir una sola línea de código. Puede unir sus datos de Snowflake con datos de cualquier otro 
origen de datos en Data Wrangler.

Una vez conectado, puede consultar de forma interactiva los datos almacenados en Snowflake, 
transformarlos con más de 300 transformaciones de datos preconfiguradas, comprender los datos e 
identificar posibles errores y valores extremos con un conjunto de sólidas plantillas de visualización 
preconfiguradas, identificar rápidamente las incoherencias en el flujo de trabajo de preparación de 
datos y diagnosticar los problemas antes de implementar los modelos en producción. Por último, 
puede exportar su flujo de trabajo de preparación de datos a Amazon S3 para usarlo con otras 
SageMaker funciones, como Amazon SageMaker Autopilot, Amazon SageMaker Feature Store y 
Amazon SageMaker Model Building Pipelines.

Puede cifrar el resultado de sus consultas con una clave de AWS Key Management Service que 
haya creado. Para obtener más información acerca de AWS KMS, consulte AWS Key Management 
Service.

Temas

• Guía del administrador

• Guía para científicos de datos

Guía del administrador

Important

Para obtener más información sobre el control de acceso detallado y las prácticas 
recomendadas, consulte Security Access Control.

Esta sección es para los administradores de Snowflake que están configurando el acceso a 
Snowflake desde Data Wrangler. SageMaker
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Important

Usted es responsable de administrar y supervisar el control de acceso de Snowflake. Data 
Wrangler no agrega una capa de control de acceso con respecto a Snowflake.
El control de acceso incluye lo siguiente:

• Los datos a los que accede un usuario

• De forma opcional, la integración de almacenamiento que proporciona a Snowflake la 
capacidad de escribir los resultados de consultas en un bucket de Amazon S3

• Las consultas que un usuario puede ejecutar

Configuración de permisos de importación de datos de Snowflake (opcional)

De forma predeterminada, Data Wrangler consulta los datos en Snowflake sin crear una copia 
de los mismos en una ubicación de Amazon S3. Utilice la siguiente información si va a configurar 
una integración de almacenamiento con Snowflake. Los usuarios pueden usar una integración de 
almacenamiento para almacenar los resultados de las consultas en una ubicación de Amazon S3.

Es posible que los usuarios tengan diferentes niveles de acceso a los datos confidenciales. 
Para lograr una seguridad de datos óptima, proporcione a cada usuario su propia integración de 
almacenamiento. Cada integración de almacenamiento debe tener su propia política de gobierno de 
datos.

Esta característica no está disponible actualmente en la región de suscripción voluntaria.

Snowflake necesita los siguientes permisos en un bucket y un directorio de S3 para poder acceder a 
los archivos del directorio:

• s3:GetObject

• s3:GetObjectVersion

• s3:ListBucket

• s3:ListObjects

• s3:GetBucketLocation

Creación de una política de IAM
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Tiene que crear una política de IAM para configurar los permisos de acceso para que Snowflake 
cargue y descargue datos de un bucket de Amazon S3.

A continuación, encontrará un documento de política de JSON que se utiliza para crear la política:

# Example policy for S3 write access
# This needs to be updated
{
"Version": "2012-10-17",
"Statement": [ 
  { 
    "Effect": "Allow", 
    "Action": [ 
        "s3:PutObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:DeleteObject", 
        "s3:DeleteObjectVersion" 
    ], 
    "Resource": "arn:aws:s3:::bucket/prefix/*" 
  }, 
  { 
    "Effect": "Allow", 
    "Action": [ 
        "s3:ListBucket" 
    ], 
    "Resource": "arn:aws:s3:::bucket/", 
    "Condition": { 
        "StringLike": { 
            "s3:prefix": ["prefix/*"] 
        } 
    } 
  } 
 ]
}

Para obtener información y procedimientos sobre la creación de políticas con documentos de 
políticas, consulte Crear políticas de IAM.

Para ver la documentación que proporciona una descripción general del uso de los permisos de IAM 
con Snowflake, consulte los siguientes recursos:

• ¿Qué es IAM?
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• Create the IAM Role in AWS

• Create a Cloud Storage Integration in Snowflake

• Retrieve the AWS IAM User for your Snowflake Account

• Grant the IAM User Permissions to Access Bucket.

Para conceder al científico de datos el permiso de uso del rol de Snowflake para la integración 
del almacenamiento, debe ejecutar GRANT USAGE ON INTEGRATION integration_name TO 
snowflake_role;.

• integration_name es el nombre de la integración de almacenamiento.

• snowflake_role es el nombre del rol de Snowflake predeterminado que se asigna al científico 
de datos.

Configuración de acceso de OAuth de Snowflake

En lugar de hacer que los usuarios introduzcan directamente sus credenciales en Data Wrangler, 
puede hacer que usen un proveedor de identidades para acceder a Snowflake. Los siguientes son 
enlaces a la documentación de Snowflake para los proveedores de identidades compatibles con 
Data Wrangler.

• Azure AD

• Okta

• Ping Federate

Utilice la documentación de los enlaces anteriores para configurar el acceso a su proveedor de 
identidades. La información y los procedimientos de esta sección le ayudarán a entender cómo 
utilizar correctamente la documentación para acceder a Snowflake desde Data Wrangler.

El proveedor de identidades debe reconocer a Data Wrangler como una aplicación. Utilice el 
siguiente procedimiento para registrar Data Wrangler como una aplicación dentro del proveedor de 
identidades:

1. Seleccione la configuración que inicia el proceso de registro de Data Wrangler como aplicación.

2. Proporcione acceso a Data Wrangler a los usuarios del proveedor de identidades.

3. Para activar la autenticación del cliente de OAuth, guarde las credenciales del cliente en un 
secreto de AWS Secrets Manager.
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4. Especifica una URL de redireccionamiento con el siguiente formato:: https://Domain-
ID.studio.Región de AWS.sagemaker.aws/jupyter/default/lab

Important

Estás especificando el ID de SageMaker dominio de Amazon y el Región de AWS que 
estás utilizando para ejecutar Data Wrangler.

Important

Debes registrar una URL para cada SageMaker dominio de Amazon y para el Región de 
AWS lugar en el que ejecutes Data Wrangler. Los usuarios de un dominio y Región de 
AWS que no tengan configuradas las URL de redireccionamiento no podrán autenticarse 
con el proveedor de identidades para acceder a la conexión de Snowflake.

5. Asegúrese de que los tipos de concesión de código de autorización y token de actualización 
estén permitidos para la aplicación Data Wrangler.

En el proveedor de identidades, tiene que configurar un servidor que envíe los tokens de OAuth a 
Data Wrangler a nivel de usuario. El servidor envía los tokens con Snowflake como público.

Snowflake utiliza el concepto de roles que son roles distintos a los roles de IAM utilizados en 
AWS. Debe configurar el proveedor de identidades para que utilice cualquier rol a fin de usar el 
rol predeterminado asociado a la cuenta de Snowflake. Por ejemplo, si un usuario tiene systems 
administrator como rol predeterminado en su perfil de Snowflake, la conexión de Data Wrangler 
a Snowflake utiliza systems administrator como rol.

Utilice el siguiente procedimiento para configurar el servidor.

Para configurar el servidor, haga lo siguiente: Trabajará en Snowflake en todos los pasos excepto en 
el último.

1. Comience a configurar el servidor o la API.

2. Configure el servidor de autorización para que utilice los tipos de concesión de código de 
autorización y token de actualización.

3. Especifique la duración del token de acceso.
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4. Establezca el tiempo de espera de inactividad del token de actualización. El tiempo de espera de 
inactividad es el momento en que el token de actualización vence si no se utiliza.

Note

Si va a programar trabajos en Data Wrangler, se recomienda que el tiempo de espera 
de inactividad sea mayor que la frecuencia del trabajo de procesamiento. De lo 
contrario, algunos trabajos de procesamiento podrían producir un error porque el 
token de actualización vence antes de que pudieran ejecutarse. Cuando el token de 
actualización vence, el usuario debe volver a autenticarse accediendo a la conexión que 
ha establecido con Snowflake a través de Data Wrangler.

5. Especifique session:role-any como nuevo ámbito.

Note

En el caso de Azure AD, copie el identificador único del ámbito. Data Wrangler requiere 
que le proporcione el identificador.

6.
Important

En la integración de seguridad de OAuth externa para Snowflake, habilite
external_oauth_any_role_mode.

Important

Data Wrangler no admite los tokens de actualización rotativos. El uso de tokens de 
actualización rotativos puede provocar errores de acceso o que los usuarios tengan que 
iniciar sesión con frecuencia.

Important

Si el token de actualización vence, los usuarios deben volver a autenticarse accediendo a la 
conexión que ha establecido con Snowflake a través de Data Wrangler.
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Después de configurar el proveedor de OAuth, proporcione a Data Wrangler la información que 
necesita para conectarse con el proveedor. Puede usar la documentación de su proveedor de 
identidades para obtener los valores de los siguientes campos:

• URL del token: la URL del token que el proveedor de identidades envía a Data Wrangler.

• URL de autorización: la URL del servidor de autorización del proveedor de identidades.

• ID de cliente: el ID del proveedor de identidades.

• Secreto de cliente: el secreto que solo reconoce la API o el servidor de autorización.

• Las credenciales del ámbito de OAuth que ha copiado (solo en Azure AD).

Los campos y valores se almacenan en AWS Secrets Manager secreto y se añaden a la 
configuración del ciclo de vida de Amazon SageMaker Studio Classic que se utiliza para Data 
Wrangler. Una configuración del ciclo de vida es un script de intérprete de comandos. Se utiliza 
para que Data Wrangler pueda acceder al nombre de recurso de Amazon (ARN) del secreto. Para 
obtener información sobre cómo crear secretos, consulte Mover secretos codificados a AWS Secrets 
Manager. Para obtener información sobre el uso de las configuraciones del ciclo de vida en Studio 
Classic, consulte. Utilice las configuraciones del ciclo de vida con Amazon SageMaker Studio Classic

Important

Antes de crear un secreto de Secrets Manager, asegúrese de que el rol de SageMaker 
ejecución que está utilizando para Amazon SageMaker Studio Classic tenga permisos para 
crear y actualizar secretos en Secrets Manager. Para obtener más información, consulte
Ejemplo: permiso para crear secretos.

Para Okta y Ping Federate, el formato del secreto es el siguiente:

{ 
    "token_url":"https://identityprovider.com/oauth2/example-portion-of-URL-path/v2/
token", 
    "client_id":"example-client-id", 
    "client_secret":"example-client-secret", 
    "identity_provider":"OKTA"|"PING_FEDERATE", 
    "authorization_url":"https://identityprovider.com/oauth2/example-portion-of-URL-
path/v2/authorize"
}                    
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Para Azure AD, el formato del secreto es el siguiente:

{ 
    "token_url":"https://identityprovider.com/oauth2/example-portion-of-URL-path/v2/
token", 
    "client_id":"example-client-id", 
    "client_secret":"example-client-secret", 
    "identity_provider":"AZURE_AD", 
    "authorization_url":"https://identityprovider.com/oauth2/example-portion-of-URL-
path/v2/authorize", 
    "datasource_oauth_scope":"api://appuri/session:role-any)"
}                    
                 

Debe tener una configuración de ciclo de vida que utilice el secreto de Secrets Manager que ha 
creado. Puede crear la configuración del ciclo de vida o modificar una que ya se haya creado. La 
configuración debe usar el siguiente script.

#!/bin/bash

set -eux

## Script Body

cat > ~/.snowflake_identity_provider_oauth_config <<EOL
{ 
    "secret_arn": "example-secret-arn"
}
EOL                    
                 

Para obtener información sobre la definición de las configuraciones de ciclo de vida, consulte
Creación y asociación de una configuración del ciclo de vida. Cuando realice el proceso de 
configuración, haga lo siguiente:

• Defina el tipo de aplicación de la configuración en Jupyter Server.

• Adjunta la configuración al SageMaker dominio de Amazon que tiene tus usuarios.
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• Haga que la configuración se ejecute de forma predeterminada. Debe ejecutarse cada vez que 
un usuario inicie sesión en Studio Classic. De lo contrario, las credenciales guardadas en la 
configuración no estarán disponibles para sus usuarios cuando usen Data Wrangler.

• La configuración del ciclo de vida crea un archivo con el nombre
snowflake_identity_provider_oauth_config en la carpeta principal del usuario. El 
archivo contiene el secreto de Secrets Manager. Asegúrese de que esté en la carpeta de inicio del 
usuario cada vez que se inicialice la instancia del servidor de Jupyter.

Conectividad privada entre Data Wrangler y Snowflake a través de AWS PrivateLink

En esta sección se explica cómo utilizar AWS PrivateLink para establecer una conexión privada entre 
Data Wrangler y Snowflake. Los pasos se explican en las siguientes secciones.

Creación de una VPC

Si no tiene una VPC configurada, siga las instrucciones de Create a new VPC para crear una.

Una vez que haya elegido la VPC que desee utilizar para establecer una conexión privada, 
proporcione las siguientes credenciales al administrador de Snowflake para que habilite AWS 
PrivateLink:

• ID de VPC

• ID de la cuenta de AWS

• La URL de la cuenta correspondiente que utiliza para acceder a Snowflake

Important

Como se describe en la documentación de Snowflake, la activación de la cuenta de 
Snowflake puede tardar hasta dos días laborables.

Configuración de la integración de AWS PrivateLink con Snowflake

Una vez que AWS PrivateLink está activado, recupere la configuración de AWS PrivateLink de 
su región ejecutando el siguiente comando en una hoja de trabajo de Snowflake. Inicie sesión 
en la consola de Snowflake e introduzca lo siguiente en las Hojas de trabajo: select SYSTEM
$GET_PRIVATELINK_CONFIG();.
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1. Recupere los valores de lo siguiente: privatelink-account-name, privatelink_ocsp-
url, privatelink-account-url y privatelink_ocsp-url del objeto JSON resultante. En 
el siguiente fragmento de código se muestran ejemplos de cada valor. Guarde estos valores para 
usarlos más adelante.

privatelink-account-name: xxxxxxxx.region.privatelink
privatelink-vpce-id: com.amazonaws.vpce.region.vpce-svc-xxxxxxxxxxxxxxxxx
privatelink-account-url: xxxxxxxx.region.privatelink.snowflakecomputing.com
privatelink_ocsp-url: ocsp.xxxxxxxx.region.privatelink.snowflakecomputing.com        

2. Cambie a la consola de AWS y vaya al menú de la VPC.

3. En el panel lateral izquierdo, elija el enlace Puntos de conexión para ir a la configuración de
Puntos de conexión de VPC.

Una vez allí, elija Crear punto de conexión.

4. Seleccione el botón de opción para Buscar servicio por nombre, como se muestra en la siguiente 
captura de pantalla.

5. En el campo Nombre del servicio, pegue el valor de privatelink-vpce-id que recuperó en el 
paso anterior y elija Verificar.

Si la conexión se realiza correctamente, aparece en la pantalla una alerta verde que indica
Nombre del servicio encontrado y las opciones VPC y Subred se expanden automáticamente, 
como se muestra en la siguiente captura de pantalla. En función de la región de destino, es 
posible que la pantalla resultante muestre el nombre de otra región de AWS.
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6. Seleccione el mismo ID de VPC que envió a Snowflake en la lista desplegable VPC.

7. Si aún no ha creado una subred, siga el siguiente conjunto de instrucciones para crear una 
subred.

8. Seleccione Subredes en la lista desplegable VPC. A continuación, seleccione Crear subred y siga 
las instrucciones para crear un subconjunto en la VPC. Asegúrese de seleccionar el ID de VPC 
que envió a Snowflake.

9. En Configuración del grupo de seguridad, seleccione Crear un nuevo grupo de seguridad para 
abrir la pantalla del Grupo de seguridad predeterminado en una pestaña nueva. En esta nueva 
pestaña, seleccione Crear grupo de seguridad.

10.Escriba un nombre y una descripción para el nuevo grupo de seguridad (como datawrangler-
doc-snowflake-privatelink-connection). Asegúrese de seleccionar el ID de VPC que 
utilizó en los pasos anteriores.

11.Agregue dos reglas para permitir el tráfico desde su VPC a este punto de conexión de VPC.

Vaya a su VPC en Sus VPC en una pestaña independiente y recupere el bloque CIDR para 
su VPC. Elija Agregar regla en la sección Reglas de entrada. Seleccione HTTPS para el tipo, 
deje el Origen como Personalizado en el formulario y pegue el valor recuperado de la llamada
describe-vpcs anterior (como 10.0.0.0/16).
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12.Elija Crear grupo de seguridad. Recupere el ID del grupo de seguridad del grupo de seguridad 
recién creado (como sg-xxxxxxxxxxxxxxxxx).

13.En la pantalla de configuración de Punto de conexión de VPC, elimine el grupo de seguridad 
predeterminado. Pegue el ID del grupo de seguridad en el campo de búsqueda y seleccione la 
casilla de verificación.

14.Seleccione Crear punto de conexión.

15.Si la creación del punto de conexión se realiza correctamente, verá una página con un enlace a la 
configuración del punto de conexión de VPC, especificado mediante el ID de la VPC. Seleccione 
el enlace para ver la configuración completa.

Tome el registro que encabeza la lista de nombres DNS. Se puede diferenciar de otros nombres 
de DNS porque solo incluye el nombre de la región (como us-west-2) y no incluye ninguna 
notación con las letras de la zona de disponibilidad (como us-west-2a). Guarde esta información 
para utilizarla más adelante.
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Configuración del DNS para los puntos de conexión de Snowflake en su VPC

En esta sección se explica cómo configurar el DNS para los puntos de conexión de Snowflake en 
su VPC. Esto permite que su VPC resuelva las solicitudes al punto de conexión AWS PrivateLink de 
Snowflake.

1. Vaya al menú de Route 53 de la consola de AWS.

2. Seleccione la opción Zonas alojadas (si es necesario, expanda el menú de la izquierda para 
encontrar esta opción).

3. Elija Create Hosted Zone (Crear zona alojada).

a. En el campo Nombre de dominio, haga referencia al valor que se almacenó para
privatelink-account-url en los pasos anteriores. En este campo, el ID de su cuenta de 
Snowflake se elimina del nombre de DNS y solo usa el valor que comienza por el identificador 
de región. Más adelante, también se crea un Conjunto de registros de recursos para el 
subdominio, por ejemplo, region.privatelink.snowflakecomputing.com.

b. Seleccione el botón de opción correspondiente a la Zona alojada privada en la sección Tipo. Es 
posible que el código de región no sea us-west-2. Haga referencia al nombre de DNS que le 
devolvió Snowflake.
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c. En la sección VPC para asociar con la zona alojada, seleccione la región en la que se 
encuentra la VPC y el ID de VPC utilizado en los pasos anteriores.

d. Elija Crear zona alojada.
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4. A continuación, cree dos registros, uno para privatelink-account-url y otro para
privatelink_ocsp-url.

• En el menú Zona alojada, elija Crear un conjunto de registros.

a. En Nombre del registro, ingrese únicamente su ID de cuenta de Snowflake (los primeros 
8 caracteres en privatelink-account-url).

b. En Tipo de registro, seleccione CNAME.

c. En Valor, ingrese el nombre de DNS del punto de conexión de VPC regional que ha 
recuperado en el último paso de la sección Configuración de la integración de AWS 
PrivateLink con Snowflake.

d. Elija Crear registros.

e. Repita los pasos anteriores para el registro OCSP del que tomó nota como privatelink-
ocsp-url, comenzando con ocsp hasta el ID de Snowflake de 8 caracteres para el nombre 
del registro (como ocsp.xxxxxxxx).
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Configuración del punto de conexión entrante del solucionador de Route 53 para su VPC

En esta sección se explica cómo configurar el DNS para los puntos de conexión de los 
solucionadores de Route 53 en su VPC.

1. Vaya al menú de Route 53 de la consola de AWS.

• En el panel izquierdo de la sección Seguridad, seleccione la opción Grupos de seguridad.

2. Elija Crear grupo de seguridad.

• Escriba un nombre y una descripción para el grupo de seguridad (como datawranger-doc-
route53-resolver-sg).

• Seleccione el ID de VPC que utilizó en los pasos anteriores.

• Cree reglas que permitan el DNS a través de UDP y TCP desde el bloque CIDR de la VPC.

• Elija Crear grupo de seguridad. Tome nota del ID del grupo de seguridad porque agrega una 
regla para permitir el tráfico al grupo de seguridad del punto de conexión de VPC.

3. Vaya al menú de Route 53 de la consola de AWS.
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• En la sección Solucionador, seleccione la opción Punto de conexión de entrada.

4. Elija Crear un punto de conexión de entrada.

• Proporcione un nombre para el punto de conexión.

• En la lista desplegable VPC de la región, seleccione el ID de VPC que utilizó en todos los pasos 
anteriores.

• En la lista desplegable Grupo de seguridad para este punto de conexión, seleccione el ID del 
grupo de seguridad del paso 2 de esta sección.

• En la sección Dirección IP, seleccione una zona de disponibilidad, seleccione una subred y 
deje el selector de opción de Usar una dirección IP seleccionada automáticamente para cada 
dirección IP.
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• Elija Enviar.

5. Seleccione el Punto de conexión de entrada después de haberlo creado.

6. Una vez creado el punto de conexión de entrada, tome nota de las dos direcciones IP de los 
solucionadores.
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SageMaker Puntos finales de VPC

En esta sección se explica cómo crear puntos de enlace de VPC para lo siguiente: Amazon 
SageMaker Studio Classic, SageMaker Notebooks, la SageMaker API, SageMaker Runtime Runtime 
y Amazon SageMaker Feature Store Runtime.

Creación de un grupo de seguridad que se aplique a todos los puntos de conexión

1. Vaya al menú de EC2 en la consola de AWS.

2. En la sección Red y seguridad, seleccione la opción Grupos de seguridad.

3. Elija Crear grupo de seguridad.

4. Proporcione un nombre y una descripción para el grupo de seguridad (como datawrangler-
doc-sagemaker-vpce-sg). Más adelante se añade una regla para permitir el tráfico a través de 
HTTPS desde este grupo SageMaker .

Creación de los puntos de conexión

1. Vaya al menú de VPC en la consola de AWS.

2. Seleccione la opción Puntos de conexión.

3. Seleccione Crear punto de conexión.

4. Para buscar el servicio, introduzca el nombre en el campo Buscar.

5. En la lista desplegable de VPC, seleccione la VPC en la que está la conexión AWS PrivateLink de 
Snowflake.

6. En la sección Subredes, seleccione las subredes que tienen acceso a la conexión de PrivateLink 
Snowflake.

7. En Habilitar nombre de DNS, deje la casilla seleccionada.

8. En la sección Grupos de seguridad, seleccione el grupo de seguridad que creó en la sección 
anterior.

9. Seleccione Crear punto de conexión.
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Configure Studio Classic y Data Wrangler

En esta sección se explica cómo configurar Studio Classic y Data Wrangler.

1. Configure el grupo de seguridad.

a. Vaya al menú de Amazon EC2 en la consola de AWS.

b. Seleccione la opción Grupos de seguridad en la sección Red y seguridad.

c. Elija Crear grupo de seguridad.

d. Proporcione un nombre y una descripción para el grupo de seguridad (como datawrangler-
doc-sagemaker-studio).

e. Cree las siguientes reglas de entrada.

• La conexión HTTPS al grupo de seguridad que aprovisionó para la PrivateLink conexión con 
Snowflake que creó en el paso Configurar la integración con Snowflake. PrivateLink

• La conexión HTTP al grupo de seguridad que aprovisionó para la conexión de Snowflake que 
creó en el paso de configuración de la PrivateLink integración de Snowflake. PrivateLink

• El grupo de seguridad UDP y TCP para DNS (puerto 53) al punto de conexión del 
solucionador de Route 53 que creó en el paso 2 de la Configuración del punto de conexión 
entrante del solucionador de Route 53 para su VPC.

f. Elija el botón Crear grupo de seguridad en la esquina inferior derecha.

2. Configure Studio Classic.

• Navegue hasta el SageMaker menú de la AWS consola.

• En la consola de la izquierda, selecciona la opción SageMakerStudio Classic.

• Si no tiene ningún dominio configurado, aparecerá el menú Introducción.

• Seleccione la opción Configuración estándar en el menú Introducción.

• En Método de autenticación, elija AWS Identity and Access Management (IAM).

• En el menú Permisos, puede crear un rol nuevo o usar un rol que ya exista, según su caso de 
uso.

• Si elige Crear un nuevo rol, tendrá la opción de proporcionar un nombre de bucket de S3 y se 
generará una política en su nombre.

• Si ya ha creado un rol con permisos para los buckets de S3 a los que necesita acceso, 
seleccione el rol en la lista desplegable. Este rol debe tener asociada la política de
AmazonSageMakerFullAccess.
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• Seleccione la lista desplegable Red y almacenamiento para configurar los usos de la VPC, la 
seguridad y SageMaker las subredes.

• En VPC, seleccione la VPC en la que existe la conexión de Snowflake. PrivateLink

• En Subredes, seleccione las subredes que tienen acceso a la conexión de Snowflake. 
PrivateLink

• En Acceso a la red para Studio Classic, selecciona Solo VPC.

• En Grupos de seguridad, seleccione el grupo de seguridad que creó en el paso 1.

• Elija Enviar.

3. Edite el grupo SageMaker de seguridad.

• Cree las siguientes reglas de entrada:

• Puerto 2049 para los grupos de seguridad NFS entrantes y salientes creados 
automáticamente SageMaker en el paso 2 (los nombres de los grupos de seguridad contienen 
el ID de dominio de Studio Classic).

• Acceso a todos los puertos TCP consigo mismo (necesario solo SageMaker para la VPC).

4. Edite los grupos de seguridad de puntos de conexión de VPC:

• Vaya al menú de Amazon EC2 en la consola de AWS.

• Busque el grupo de seguridad que ha creado en un paso anterior.

• Agregue una regla de entrada que permita el tráfico HTTPS desde el grupo de seguridad creado 
en el paso 1.

5. Cree un perfil de usuario.

• En el panel de control de SageMaker Studio Classic, seleccione Añadir usuario.

• Proporcione un nombre de usuario.

• En Rol de ejecución, elija crear un nuevo rol o utilizar uno que ya exista.

• Si elige Crear un nuevo rol, tendrá la opción de proporcionar un nombre de bucket de Amazon 
S3 y se generará una política en su nombre.

• Si ya ha creado un rol con permisos para los buckets de Amazon S3 a los que necesita 
acceso, seleccione el rol en la lista desplegable. Este rol debe tener asociada la política de
AmazonSageMakerFullAccess.

• Elija Enviar.

6. Cree un flujo de datos (siga la guía para científicos de datos descrita en la sección anterior).

• Al añadir una conexión con Snowflake, introduzca el valor de privatelink-account-
name (del paso de configuración de la PrivateLink integración con Snowflake) en el campo del 
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nombre de la cuenta de Snowflake (alfanumérico), en lugar del nombre simple de la cuenta de 
Snowflake. Todo lo demás permanece inalterado.

Proporcionar información al científico de datos

Proporcione al científico de datos la información que necesita para acceder a Snowflake desde 
Amazon SageMaker Data Wrangler.

Important

Sus usuarios deben ejecutar Amazon SageMaker Studio Classic, versión 1.3.0 o posterior. 
Para obtener información sobre cómo comprobar la versión de Studio Classic y actualizarla, 
consultePrepare datos de aprendizaje automático con Amazon SageMaker Data Wrangler.

1. Para que su científico de datos pueda acceder a Snowflake desde SageMaker Data Wrangler, 
bríndele una de las siguientes opciones:

• Para la autenticación básica, un nombre de cuenta, un nombre de usuario y una contraseña 
de Snowflake.

• Para OAuth, un nombre de usuario y una contraseña en el proveedor de identidades.

• Para ARN, el nombre de recurso de Amazon (ARN) del secreto de Secrets Manager.

• Un secreto creado con AWS Secrets Manager y el ARN del secreto. Utilice el siguiente 
procedimiento para crear el secreto de Snowflake si elige esta opción.

Important

Si los científicos de datos utilizan la opción Credenciales de Snowflake (nombre de 
usuario y contraseña) para conectarse a Snowflake, puede usar Secrets Manager para 
almacenar las credenciales en un secreto. Secrets Manager rota los secretos como 
parte de un plan de seguridad de prácticas recomendadas. Solo se puede acceder 
al secreto creado en Secrets Manager con el rol de Studio Classic configurado al 
configurar un perfil de usuario de Studio Classic. Esto requiere que añada este 
permiso,secretsmanager:PutResourcePolicy, a la política asociada a su rol de 
Studio Classic.
Le recomendamos encarecidamente que modifique la política de roles para usar 
diferentes roles para diferentes grupos de usuarios de Studio Classic. Puede agregar 
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permisos adicionales basados en recursos para los secretos de Secrets Manager. 
Consulte Manage Secret Policy para ver las claves de condición que puede usar.
Para obtener información acerca de cómo crear un secreto, consulte Creación de un 
secreto. Se le cobrará por los secretos que cree.

2. De forma opcional, puede proporcionar al científico de datos el nombre de la integración 
de almacenamiento que creó mediante el siguiente procedimiento: Create a Cloud 
Storage Integration in Snowflake. Este es el nombre de la nueva integración y se llama
integration_name en el comando SQL CREATE INTEGRATION que ejecutó, que se muestra 
en el siguiente fragmento:

  CREATE STORAGE INTEGRATION integration_name 
  TYPE = EXTERNAL_STAGE 
  STORAGE_PROVIDER = S3 
  ENABLED = TRUE 
  STORAGE_AWS_ROLE_ARN = 'iam_role' 
  [ STORAGE_AWS_OBJECT_ACL = 'bucket-owner-full-control' ] 
  STORAGE_ALLOWED_LOCATIONS = ('s3://bucket/path/', 's3://bucket/path/') 
  [ STORAGE_BLOCKED_LOCATIONS = ('s3://bucket/path/', 's3://bucket/path/') ] 
                              

Guía para científicos de datos

Utilice lo siguiente para conectarse a Snowflake y acceder a sus datos en Data Wrangler.

Important

Su administrador tiene que usar la información de las secciones anteriores para configurar 
Snowflake. Si tiene problemas, póngase en contacto con ellos para obtener ayuda con la 
solución de problemas.

Puede conectarse a Snowflake de una de las siguientes formas:

• Especifique sus credenciales de Snowflake (nombre de cuenta, nombre de usuario y contraseña) 
en Data Wrangler.

• Proporcione un nombre de recurso de Amazon (ARN) de un secreto que contenga las 
credenciales.
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• Utilice un proveedor de estándar abierto (OAuth) para la delegación de acceso que se conecte a 
Snowflake. El administrador puede darle acceso a uno de los siguientes proveedores de OAuth:

• Azure AD

• Okta

• Ping Federate

Hable con su administrador sobre el método que debe utilizar para conectarse a Snowflake.

En las siguientes secciones se proporciona información acerca de la conexión a Snowflake mediante 
los métodos anteriores.

Specifying your Snowflake Credentials

Para importar un conjunto de datos a Data Wrangler desde Snowflake con sus credenciales

1. Inicia sesión en Amazon SageMaker Console.

2. Elija Studio.

3. Elija Lanzar aplicación.

4. En la lista desplegable, seleccione Studio.

5. Elija el icono Inicio.

6. Elija Datos.

7. Elija Data Wrangler.

8. Elija Importar datos.

9. En Disponible, seleccione Snowflake.

10. En Nombre de la conexión, especifique un nombre que identifique la conexión de forma 
exclusiva.

11. En Método de autenticación, elija Nombre de usuario y contraseña básicos.

12. En Nombre de la cuenta de Snowflake (alfanumérico), especifique el nombre completo de la 
cuenta de Snowflake.

13. En Nombre de usuario, especifique el nombre de usuario que utiliza para acceder a la cuenta 
de Snowflake.

14. En Contraseña, especifique la contraseña asociada con la cuenta de usuario.

15. De forma opcional, en Configuración avanzada, especifique lo siguiente:
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• Rol: un rol de Snowflake. Algunos roles tienen acceso a diferentes conjuntos de datos. 
Si no especifica un rol, Data Wrangler utiliza el rol predeterminado de su cuenta de 
Snowflake.

• Integración de almacenamiento: si especifica y ejecuta una consulta, Data Wrangler crea 
una copia temporal de los resultados de la consulta en la memoria. Para almacenar una 
copia permanente de los resultados de la consulta, especifique la ubicación de Amazon S3 
para la integración de almacenamiento. El administrador le proporcionó el URI de S3.

• ID de clave de KMS: la clave de KMS que ha creado. Puede especificar su ARN para cifrar 
el resultado de la consulta de Snowflake. De no ser así, Data Wrangler utiliza el cifrado 
predeterminado.

16. Elija Conectar.

Providing an Amazon Resource Name (ARN)

Para importar un conjunto de datos a Data Wrangler desde Snowflake con un ARN

1. Inicia sesión en Amazon SageMaker Console.

2. Elija Studio.

3. Elija Lanzar aplicación.

4. En la lista desplegable, seleccione Studio.

5. Elija el icono Inicio.

6. Elija Datos.

7. Elija Data Wrangler.

8. Elija Importar datos.

9. En Disponible, seleccione Snowflake.

10. En Nombre de la conexión, especifique un nombre que identifique la conexión de forma 
exclusiva.

11. En Método de autenticación, elija ARN.

12. ARN de Secrets Manager: el ARN del secreto de AWS Secrets Manager utilizado para 
almacenar las credenciales empleadas para conectarse a Snowflake.

13. De forma opcional, en Configuración avanzada, especifique lo siguiente:
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• Rol: un rol de Snowflake. Algunos roles tienen acceso a diferentes conjuntos de datos. 
Si no especifica un rol, Data Wrangler utiliza el rol predeterminado de su cuenta de 
Snowflake.

• Integración de almacenamiento: si especifica y ejecuta una consulta, Data Wrangler crea 
una copia temporal de los resultados de la consulta en la memoria. Para almacenar una 
copia permanente de los resultados de la consulta, especifique la ubicación de Amazon S3 
para la integración de almacenamiento. El administrador le proporcionó el URI de S3.

• ID de clave de KMS: la clave de KMS que ha creado. Puede especificar su ARN para cifrar 
el resultado de la consulta de Snowflake. De no ser así, Data Wrangler utiliza el cifrado 
predeterminado.

14. Elija Conectar.

Using an OAuth Connection

Important

El administrador ha personalizado el entorno de Studio Classic para proporcionarle la 
funcionalidad que utiliza para utilizar una conexión OAuth. Puede que tenga que reiniciar 
la aplicación del servidor de Jupyter para utilizar la funcionalidad.
Utilice el siguiente procedimiento para actualizar la aplicación del servidor de Jupyter.

1. En Studio Classic, selecciona Archivo

2. Elija Apagar.

3. Elija Apagar el servidor.

4. Cierre la pestaña o ventana que esté utilizando para acceder a Studio Classic.

5. Desde la SageMaker consola de Amazon, abre Studio Classic.

Para importar un conjunto de datos a Data Wrangler desde Snowflake con sus credenciales

1. Inicia sesión en Amazon SageMaker Console.

2. Elija Studio.

3. Elija Lanzar aplicación.

4. En la lista desplegable, seleccione Studio.

5. Elija el icono Inicio.
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6. Elija Datos.

7. Elija Data Wrangler.

8. Elija Importar datos.

9. En Disponible, seleccione Snowflake.

10. En Nombre de la conexión, especifique un nombre que identifique la conexión de forma 
exclusiva.

11. En Método de autenticación, elija OAuth.

12. De forma opcional, en Configuración avanzada, especifique lo siguiente:

• Rol: un rol de Snowflake. Algunos roles tienen acceso a diferentes conjuntos de datos. 
Si no especifica un rol, Data Wrangler utiliza el rol predeterminado de su cuenta de 
Snowflake.

• Integración de almacenamiento: si especifica y ejecuta una consulta, Data Wrangler crea 
una copia temporal de los resultados de la consulta en la memoria. Para almacenar una 
copia permanente de los resultados de la consulta, especifique la ubicación de Amazon S3 
para la integración de almacenamiento. El administrador le proporcionó el URI de S3.

• ID de clave de KMS: la clave de KMS que ha creado. Puede especificar su ARN para cifrar 
el resultado de la consulta de Snowflake. De no ser así, Data Wrangler utiliza el cifrado 
predeterminado.

13. Elija Conectar.

Puede iniciar el proceso de importación de los datos desde Snowflake una vez que se haya 
conectado.

En Data Wrangler, puede ver sus almacenamientos de datos, bases de datos y esquemas, junto 
con el icono en forma de ojo con el que puede obtener una vista previa de la tabla. Tras seleccionar 
el icono de Vista previa de la tabla, se genera la vista previa del esquema de esa tabla. Tiene que 
seleccionar un almacén para poder previsualizar una tabla.

Important

Si va a importar un conjunto de datos con columnas del tipo TIMESTAMP_TZ o
TIMESTAMP_LTZ, agregue ::string a los nombres de las columnas de su consulta. Para 
obtener más información, consulte How To: Unload TIMESTAMP_TZ and TIMESTAMP_LTZ 
data to a Parquet file.
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Tras seleccionar un almacenamiento de datos, una base de datos y un esquema, ya puede escribir 
consultas y ejecutarlas. El resultado de la consulta se muestra en Resultados de la consulta.

Una vez que haya establecido el resultado de la consulta, puede importarlo a un flujo de Data 
Wrangler para realizar transformaciones de datos.

Después de importar los datos, vaya al flujo de Data Wrangler y comience a agregar 
transformaciones. Para ver la lista de transformaciones disponibles, consulte Datos de 
transformación.

Importación de datos de plataformas de software como servicio (SaaS)

Puede utilizar Data Wrangler para importar datos de más de cuarenta plataformas de software como 
servicio (SaaS). Para importar los datos de su plataforma SaaS, usted o su administrador deben 
utilizar Amazon AppFlow para transferir los datos de la plataforma a Amazon S3 o Amazon Redshift. 
Para obtener más información sobre Amazon AppFlow, consulta ¿Qué es Amazon AppFlow? Si no 
necesita usar Amazon Redshift, se recomienda transferir los datos a Amazon S3 para simplificar el 
proceso.

Data Wrangler admite la transferencia de datos desde las siguientes plataformas SaaS:

• Amplitude

• Asana

• Braintree

• CircleCI

• DocuSign Supervisar

• Delighted

• Domo

• Datadog

• Dynatrace

• Facebook Ads

• Insights de la página de Facebook

• Google Ads

• Google Analytics 4

• Google Calendar

• Consola de búsqueda de Google
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• GitHub

• GitLab

• Infor Nexus

• Publicidad en Instagram

• Intercom

• JDBC (sinc)

• Jira Cloud

• LinkedIn Anuncios

• Mailchimp

• Marketo

• Microsoft Dynamics 365

• Microsoft Teams

• Mixpanel

• Okta

• Oracle HCM

• Paypal Checkout

• Pendo

• Salesforce

• Salesforce Marketing Cloud

• Salesforce Pardot

• SAP OData

• SendGrid

• ServiceNow

• Singular

• Slack

• Smartsheet

• Snapchat Ads

• Stripe

• Trend Micro

• Typeform
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• Veeva

• WooCommerce

• Zendesk

• Zendesk Chat

• Zendesk Sell

• Zendesk Sunshine

• Zoho CRM

• Zoom Meetings

La lista anterior contiene enlaces a más información sobre la configuración del origen de datos. 
Usted o su administrador pueden consultar los enlaces anteriores después de leer la siguiente 
información.

Cuando vaya a la pestaña Importación de su flujo de Data Wrangler, verá los orígenes de datos en 
las siguientes secciones:

• Disponible

• Configurar orígenes de datos

Puede conectarse a los orígenes de datos en Disponible sin necesidad de una configuración 
adicional. Puede elegir el origen de datos e importar los datos.

Fuentes de datos en Configurar fuentes de datos, requiere que usted o su administrador utilicen 
Amazon AppFlow para transferir los datos de la plataforma SaaS a Amazon S3 o Amazon Redshift. 
Para obtener información sobre cómo realizar una transferencia, consulte Cómo usar Amazon 
AppFlow para transferir tus datos.

Tras realizar la transferencia de datos, la plataforma SaaS aparece como origen de datos en
Disponible. Puede elegirla e importar los datos que ha transferido a Data Wrangler. Los datos que ha 
transferido aparecen en forma de tablas que puede consultar.

Cómo usar Amazon AppFlow para transferir tus datos

Amazon AppFlow es una plataforma que puede utilizar para transferir datos desde su plataforma 
SaaS a Amazon S3 o Amazon Redshift sin tener que escribir ningún código. Para realizar una 
transferencia de datos, utilice la AWS Management Console.
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Important

Tiene que asegurarse de haber configurado los permisos para realizar una transferencia de 
datos. Para obtener más información, consulte  AppFlow Permisos de Amazon.

Una vez que haya agregado los permisos, podrá transferir los datos. En Amazon AppFlow, se crea 
un flujo para transferir los datos. Un flujo es una serie de configuraciones. Sirve para especificar si va 
a ejecutar la transferencia de datos de forma programada o si va a particionar los datos en archivos 
independientes. Una vez configurado el flujo, lo ejecuta para transferir los datos.

Para obtener información sobre cómo crear un flujo, consulta Crear flujos en Amazon AppFlow. Para 
obtener información sobre cómo ejecutar un flujo, consulta Activar un AppFlow flujo de Amazon.

Una vez transferidos los datos, utilice el siguiente procedimiento para acceder a los datos en Data 
Wrangler.

Important

Antes de intentar acceder a los datos, asegúrese de que su rol de IAM tenga la siguiente 
política:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": "glue:SearchTables", 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*/*", 
                "arn:aws:glue:*:*:database/*", 
                "arn:aws:glue:*:*:catalog" 
            ] 
        } 
    ]
}    
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De forma predeterminada, el rol de IAM que utiliza para acceder a Data Wrangler es
SageMakerExecutionRole. Para obtener más información acerca de la adición de 
políticas, consulte Adición de permisos de identidad de IAM (consola).

Para conectarse a un origen de datos, haga lo siguiente.

1. Inicia sesión en Amazon SageMaker Console.

2. Elija Studio.

3. Elija Lanzar aplicación.

4. En la lista desplegable, seleccione Studio.

5. Elija el icono Inicio.

6. Elija Datos.

7. Elija Data Wrangler.

8. Elija Importar datos.

9. En Disponible, elija el origen de datos.

10. En el campo Nombre, especifique el nombre de la conexión.

11. De forma opcional, elija Configuración avanzada.

a. Elija un Grupo de trabajo.

b. Si su grupo de trabajo no ha impuesto la ubicación de salida de Amazon S3 o si no utiliza un 
grupo de trabajo, especifique un valor para la Ubicación de Amazon S3 de los resultados de 
la consulta.

c. De forma opcional, para Período de retención de datos, seleccione la casilla de verificación 
para establecer un período de retención de datos y especifique el número de días que se 
almacenarán los datos antes de que se eliminen.

d. (Opcional) De forma predeterminada, Data Wrangler guarda la conexión. Puede optar por 
quitar la marca de selección de la casilla de verificación y no guardar la conexión.

12. Elija Conectar.

13. Especifique una consulta.
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Note

Para ayudarle a especificar una consulta, puede elegir una tabla en el panel de 
navegación de la izquierda. Data Wrangler muestra el nombre de la tabla y una vista 
previa de la misma. Elija el icono situado junto al nombre de la tabla para copiarlo. 
Puede utilizar el nombre de la tabla en la consulta.

14. Elija Ejecutar.

15. Elija Importar consulta.

16. En Nombre del conjunto de datos, especifique el nombre del conjunto de datos.

17. Elija Añadir.

Cuando acceda a la pantalla importar datos, verá la conexión que ha creado. Puede usar la conexión 
para importar más datos.

Almacenamiento de datos importados

Important

Se recomienda encarecidamente seguir las prácticas recomendadas para proteger el bucket 
de Amazon S3 según las Prácticas recomendadas de seguridad.

Cuando consulta datos de Amazon Athena o Amazon Redshift, el conjunto de datos consultado se 
almacena automáticamente en Amazon S3. Los datos se almacenan en el depósito de SageMaker 
S3 predeterminado de la AWS región en la que se utiliza Studio Classic.

Los buckets de S3 predeterminados tienen la siguiente convención de nomenclatura:
sagemaker-region-account number. Por ejemplo, si su número de cuenta es 111122223333 
y utiliza Studio Classic enus-east-1, los conjuntos de datos importados se almacenan en 
111122223333. sagemaker-us-east-1-

Los flujos de Data Wrangler dependen de la ubicación de este conjunto de datos de Amazon S3, por 
lo que no debe modificar este conjunto de datos en Amazon S3 mientras utilice un flujo dependiente. 
Si modifica esta ubicación de S3 y desea seguir utilizando su flujo de datos, debe eliminar todos 
los objetos en trained_parameters en su archivo .flow. Para ello, descargue el archivo.flow de 
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Studio Classic y, para cada instancia, elimine todas las entradas. trained_parameters Cuando 
termine, trained_parameters debería ser un objeto JSON vacío:

"trained_parameters": {}

Cuando exporta y utiliza su flujo de datos para procesar sus datos, el archivo .flow que exporta hace 
referencia a este conjunto de datos en Amazon S3. Consulte las siguientes secciones para obtener 
más información.

Almacenamiento de importación en Amazon Redshift

Data Wrangler almacena los conjuntos de datos que resultan de su consulta en un archivo Parquet 
en su bucket de S3 predeterminado. SageMaker

Este archivo se almacena con el siguiente prefijo (directorio): redshift/uuid/data/, donde uuid es un 
identificador único que se crea para cada consulta.

Por ejemplo, si su bucket predeterminado essagemaker-us-
east-1-111122223333, un único conjunto de datos consultado desde Amazon 
Redshift se encuentra en s3:sagemaker-us-east//-1-111122223333/redshift/ 
uuid /data/.

Almacenamiento de importación de Amazon Athena

Cuando consulta una base de datos de Athena e importa un conjunto de datos, Data Wrangler 
almacena el conjunto de datos, así como un subconjunto de ese conjunto de datos, o archivos vista 
previa, en Amazon S3.

El conjunto de datos que importe al seleccionar Importar conjunto de datos se almacena en formato 
Parquet en Amazon S3.

Los archivos de vista previa se escriben en formato CSV al seleccionar Ejecutar en la pantalla de 
importación de Athena y contienen hasta 100 filas del conjunto de datos consultado.

El conjunto de datos que consulta se encuentra en el prefijo (directorio): athena/uuid/data/, donde
uuid es un identificador único que se crea para cada consulta.

Por ejemplo, si el bucket predeterminado es sagemaker-us-east-1-111122223333, 
un único conjunto de datos consultado desde Athena se encuentra s3://sagemaker-us-
east-1-111122223333 en /athena/uuid/data/ejemplo_conjunto_datos.parquet.
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El subconjunto del conjunto de datos que se almacena para previsualizar los marcos de datos en 
Data Wrangler se almacena con el prefijo: athena/.

Creación y uso de un flujo de Data Wrangler

Utilice un flujo de Amazon SageMaker Data Wrangler, o un flujo de datos, para crear y modificar 
una canalización de preparación de datos. El flujo de datos conecta los conjuntos de datos, las 
transformaciones y los análisis, o pasos, que cree, y puede usarse para definir su canalización.

Instancias

Cuando crea un flujo de Data Wrangler en Amazon SageMaker Studio Classic, Data Wrangler utiliza 
una instancia de Amazon EC2 para ejecutar los análisis y las transformaciones de su flujo. De forma 
predeterminada, Data Wrangler usa la instancia m5.4xlarge. Las instancias m5 son instancias de uso 
general que proporcionan un equilibrio entre computación y memoria. Puede usar instancias m5 para 
una variedad de cargas de trabajo de computación.

Data Wrangler también le ofrece la opción de usar instancias r5. Las instancias r5 están diseñadas 
para ofrecer un rendimiento rápido al procesar grandes conjuntos de datos en la memoria.

Se recomienda elegir la instancia que esté mejor optimizada en función de sus cargas de trabajo. 
Por ejemplo, r5.8xlarge puede tener un precio más alto que m5.4xlarge, pero r5.8xlarge podría estar 
mejor optimizada para sus cargas de trabajo. Con instancias mejor optimizadas, puede ejecutar flujos 
de datos en menos tiempo y a un costo menor.

La siguiente tabla muestra las instancias que puede utilizar para ejecutar el flujo de Data Wrangler.

Instancia estándar vCPU Memoria

ml.m5.4xlarge 16 64 GiB

ml.m5.8xlarge 32 128 GiB

ml.m5.16xlarge 64 256 GiB

ml.m5.24xlarge 96 384 GiB

r5.4xlarge 16 128 GiB

r5.8xlarge 32 256 GiB
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Instancia estándar vCPU Memoria

r5.24xlarge 96 768 GiB

Para obtener más información acerca de las instancias r5, consulte Instancias R5 de Amazon EC2. 
Para obtener más información acerca de las instancias m5, consulte Instancias M5 de Amazon EC2.

Cada flujo de Data Wrangler tiene asociada una instancia de Amazon EC2. Es posible que tenga 
varios flujos asociados a una sola instancia.

Puede cambiar el tipo de instancia para cada archivo de flujo sin problemas. Si cambia el tipo de 
instancia, la instancia que utilizó para ejecutar el flujo seguirá ejecutándose.

Para cambiar el tipo de instancia del flujo, haga lo siguiente.

1. Elija el icono de inicio,

.

2. Vaya a la instancia que utiliza y elíjala.

3. Elija el tipo de instancia que desea utilizar.
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4. Seleccione Guardar.

Se cobrará por todas las instancias en ejecución. Para evitar incurrir en cargos adicionales, apague 
manualmente las instancias que no utilice. Utilice el siguiente procedimiento para apagar una 
instancia en ejecución.

Para apagar una instancia en ejecución.

1. Elija el icono de instancia. La siguiente imagen muestra dónde seleccionar el icono de
INSTANCIAS EN EJECUCIÓN.

2. Elija Apagar junto a la instancia que desee apagar.

Si apaga una instancia utilizada para ejecutar un flujo, no podrás acceder al flujo temporalmente. Si 
recibe un error al intentar abrir un flujo que ejecuta una instancia que apagó previamente, espere 
5 minutos e intente abrirlo de nuevo.

Cuando exporta su flujo de datos a una ubicación como Amazon Simple Storage Service o Amazon 
SageMaker Feature Store, Data Wrangler ejecuta un trabajo de SageMaker procesamiento de 
Amazon. Puede utilizar una de las siguientes instancias para el trabajo de procesamiento. Para 
obtener más información sobre la exportación de datos, consulte Exportar.

Instancia estándar vCPU Memoria

ml.m5.4xlarge 16 64 GiB

ml.m5.12xlarge 48 192 GiB

ml.m5.24xlarge 96 384 GiB
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Para obtener más información sobre el coste por hora del uso de los tipos de instancias disponibles, 
consulta SageMaker los precios.

La interfaz de usuario del flujo de datos

Al importar un conjunto de datos, el conjunto de datos original aparece en el flujo de datos y se 
denomina Origen. Si activó el muestreo al importar los datos, este conjunto de datos se denomina
Origen: muestreado. Data Wrangler infiere automáticamente los tipos de cada columna de su 
conjunto de datos y crea un nuevo marco de datos denominado Tipos de datos. Puede seleccionar 
este marco para actualizar los tipos de datos inferidos. Verá resultados similares a los que se 
muestran en la siguiente imagen después de cargar un conjunto de datos:

Cada vez que agregue un paso de transformación, creará un marco de datos nuevo. Cuando se 
agregan varios pasos de transformación (salvo Unir o Concatenar) al mismo conjunto de datos, estos 
se apilan.

Unir y Concatenar crean pasos independientes que contienen el nuevo conjunto de datos unido o 
concatenado.

El siguiente diagrama muestra un flujo de datos con una unión entre dos conjuntos de datos, así 
como dos pilas de pasos. La primera pila (Pasos [2]) agrega dos transformaciones al tipo inferido 
en el conjunto de datos de Tipos de datos. La pila descendente, o la pila de la derecha, agrega 
transformaciones al conjunto de datos resultantes de una unión denominada demo-join.
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El pequeño cuadro gris situado en la esquina inferior derecha del flujo de datos proporciona 
una descripción general del número de pilas y pasos del flujo, así como del diseño del flujo. 
El cuadro más claro dentro del cuadro gris indica los pasos que se encuentran dentro de la 
vista de la interfaz de usuario. Puede usar este cuadro para ver las secciones del flujo de 
datos que quedan fuera de la vista de la interfaz de usuario. Use el icono de ajuste de pantalla 

( ) 
para incluir todos los pasos y conjuntos de datos en la vista de interfaz de usuario.

La barra de navegación inferior izquierda incluye iconos que puede usar para acercar 

( ) 
y alejar 
( ) 
el flujo de datos y cambiar el tamaño del flujo de datos para que se ajuste a la pantalla 

( ). 
Utilice el icono de bloqueo 

( ) 
para bloquear y desbloquear la ubicación de cada paso de la pantalla.
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Adición de un paso al flujo de datos

Seleccione el signo + junto a cualquier conjunto de datos o paso agregado anteriormente y, a 
continuación, seleccione una de las siguientes opciones:

• Editar tipos de datos (solo para un paso de Tipos de datos): si no ha agregado ninguna 
transformación a un paso de Tipos de datos, puede seleccionar Editar tipos de datos para 
actualizar los tipos de datos que Data Wrangler infirió al importar su conjunto de datos.

• Agregar transformación: agrega un nuevo paso de transformación. Consulte Datos de 
transformación para obtener más información sobre las transformaciones de datos que puede 
agregar.

• Agregar análisis: agrega un análisis. Puede utilizar esta opción para analizar los datos en cualquier 
punto del flujo de datos. Al agregar uno o más análisis a un paso, aparece un icono de análisis 

( ) 
en ese paso. Consulte Análisis y visualización para obtener más información sobre los análisis que 
puede agregar.

• Unir: une dos conjuntos de datos y agrega el conjunto de datos resultante al flujo de datos. Para 
obtener más información, consulte Unir conjuntos de datos.

• Concatenar: concatena dos conjuntos de datos y agrega el conjunto de datos resultante al flujo de 
datos. Para obtener más información, consulte Concatenar conjuntos de datos.

Eliminación de un paso del flujo de datos

Para eliminar un paso, seleccione el paso y seleccione Eliminar. Si el nodo es un nodo que tiene una 
sola entrada, solo se elimina el paso que se seleccione. Cuando se elimina un paso que tiene una 
sola entrada, no se eliminan los pasos que le siguen. Si va a eliminar un paso de un nodo de origen, 
una unión o una concatenación, también se eliminarán todos los pasos siguientes.

Para eliminar un paso de una pila de pasos, seleccione la pila y, a continuación, seleccione el paso 
que desee eliminar.

Puede utilizar uno de los siguientes procedimientos para eliminar un paso sin eliminar los pasos 
posteriores.
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Delete a step in the Data Wrangler flow

Puede eliminar un paso individual para los nodos del flujo de datos que tengan una sola entrada. 
No puede eliminar los pasos individuales de los nodos de origen, unión y concatenación.

Utilice el siguiente procedimiento para eliminar un paso del flujo de Data Wrangler.

1. Elija el grupo de pasos que contiene el paso que va a eliminar.

2. Elija el icono al lado del paso.

3. Elija Eliminar paso.

Delete a step in the table view

Utilice el siguiente procedimiento para eliminar un paso de la vista de tabla.

Puede eliminar un paso individual para los nodos del flujo de datos que tengan una sola entrada. 
No puede eliminar los pasos individuales de los nodos de origen, unión y concatenación.

1. Elija el paso y abra la vista de tabla del paso.

2. Mueva el cursor sobre el paso para que aparezca el icono de puntos suspensivos.

3. Elija el icono al lado del paso.

4. Elija Eliminar.
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Edición de un paso del flujo de Data Wrangler

Puede editar cada paso que haya agregado al flujo de Data Wrangler. Al editar los pasos, puede 
cambiar las transformaciones o los tipos de datos de las columnas. Puede editar los pasos para 
realizar cambios que le permitan llevar a cabo mejores análisis.

Hay muchas maneras de editar un paso. Algunos ejemplos incluyen cambiar el método de 
imputación o cambiar el umbral para considerar que un valor es atípico.

Utilice el siguiente procedimiento para editar un paso.

Para editar un paso, haga lo siguiente.

1. Elija un paso del flujo de Data Wrangler para abrir la vista de tabla.

Creación y uso de un flujo de Data Wrangler 2278



Amazon SageMaker Guía para desarrolladores

2. Elija un paso del flujo de datos.

3. Edite el paso.

En la siguiente imagen se muestra un ejemplo de edición de un paso.

Note

Puedes usar los espacios compartidos de tu SageMaker dominio de Amazon para trabajar de 
forma colaborativa en tus flujos de Data Wrangler. Dentro de un espacio compartido, usted 
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y sus colaboradores pueden editar un archivo de flujo en tiempo real. Sin embargo, ni usted 
ni sus colaboradores pueden ver los cambios en tiempo real. Cuando alguien realiza un 
cambio en el flujo de Data Wrangler, es preciso guardarlo inmediatamente. Cuando alguien 
guarde un archivo, un colaborador no podrá verlo a menos que cierre el archivo y lo vuelva a 
abrir. Los cambios que no guarde una persona los sobrescribirá otra persona que guarde sus 
propios cambios.

Información sobre los datos y la calidad de los datos

Utilice el Informe de información y calidad de los datos para realizar un análisis de los datos que 
ha importado a Data Wrangler. Se recomienda crear el informe después de importar el conjunto 
de datos. Puede utilizar informe como ayuda para limpiar y procesar los datos. Le proporciona 
información como el número de valores ausentes y el número de valores atípicos. Si tiene problemas 
con los datos, como una fuga de objetivos o un desequilibrio, el informe de información puede 
indicarle esos problemas.

Utilice el siguiente procedimiento para crear un informe de información y calidad de los datos. Se 
supone que ya ha importado un conjunto de datos a su flujo de Data Wrangler.

Para crear un informe de información y calidad de datos

1. Elija el signo + junto a un nodo del flujo de Data Wrangler.

2. Seleccione Obtener información sobre los datos.

3. En Nombre del análisis, especifique un nombre para el informe de información.

4. De forma opcional, en Columna objetivo, especifique la columna objetivo.

5. En Tipo de problema, especifique Regresión o Clasificación.

6. Para Tamaño de los datos, especifique uno de los siguientes valores:

• 50 K: utiliza las primeras 50 000 filas del conjunto de datos que ha importado para crear el 
informe.

• Conjunto de datos completo: utiliza todo el conjunto de datos que ha importado para crear el 
informe.
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Note

Para crear un informe de información y calidad de los datos sobre todo el conjunto de 
datos se utiliza un trabajo SageMaker de procesamiento de Amazon. Un trabajo de 
SageMaker procesamiento proporciona los recursos informáticos adicionales necesarios 
para obtener información sobre todos sus datos. Para obtener más información sobre los 
trabajos de SageMaker procesamiento, consulteProcesamiento de datos.

7. Seleccione Crear.

Los siguientes temas muestran las secciones del informe:

Temas

• Resumen

• Columna objetivo

• Modelo rápido

• Resumen de características

• Muestras

• Definiciones

Puede descargar el informe o verlo en línea. Para descargar el informe, pulse el botón de descarga 
en la esquina superior derecha de la pantalla. En la siguiente imagen se muestra el botón.

Resumen

El informe de análisis contiene un breve resumen de los datos que incluye información general, como 
valores ausentes, valores no válidos, tipos de características, recuentos de valores atípicos, etc. 
También puede incluir advertencias de alta gravedad que indiquen posibles problemas con los datos. 
Se recomienda investigar las advertencias.

Información sobre los datos y la calidad de los datos 2281



Amazon SageMaker Guía para desarrolladores

A continuación, se muestra un ejemplo de este tipo de respuesta.

Columna objetivo

Cuando crea el informe de información y calidad de los datos, Data Wrangler le ofrece la opción de 
seleccionar una columna objetivo. La columna objetivo es una columna que intenta predecir. Cuando 
se elige una columna objetivo, Data Wrangler crea automáticamente un análisis de la columna 
objetivo. También clasifica las características en el orden de su poder predictivo. Al seleccionar 
una columna objetivo, debe especificar si va a intentar resolver un problema de regresión o de 
clasificación.

Para la clasificación, Data Wrangler muestra una tabla y un histograma de las clases más frecuentes. 
Una clase es una categoría. También presenta observaciones, o filas, con un valor objetivo que falta 
o que no es válido.

La siguiente imagen muestra un ejemplo de análisis de la columna objetivo para un problema de 
clasificación.
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Para la regresión, Data Wrangler muestra un histograma de todos los valores de la columna objetivo. 
También presenta observaciones, o filas, con un valor objetivo que falta, que no es válido o que es 
atípico.

La siguiente imagen muestra un ejemplo de análisis de la columna objetivo para un problema de 
regresión.
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Modelo rápido

El Modelo rápido proporciona una estimación de la calidad prevista de un modelo que se entrena con 
sus datos.

Data Wrangler divide los datos en pliegues de entrenamiento y validación. Utiliza el 80 % de las 
muestras para el entrenamiento y el 20 % de los valores para la validación. Para la clasificación, la 
muestra se divide estratificadamente. Para una división estratificada, cada partición de datos tiene la 
misma proporción de etiquetas. En lo que se refiere a los problemas de clasificación, es importante 
tener la misma proporción de etiquetas entre los pliegues de entrenamiento y de clasificación. Data 
Wrangler entrena el modelo XGBoost con los hiperparámetros predeterminados. Aplica una parada 
temprana a los datos de validación y realiza un preprocesamiento mínimo de la característica.

En el caso de los modelos de clasificación, Data Wrangler devuelve un resumen del modelo y una 
matriz de confusión.

A continuación, se muestra un ejemplo de un resumen de un modelo de clasificación. Para obtener 
más información acerca de la información que devuelve, consulte Definiciones.

Información sobre los datos y la calidad de los datos 2284



Amazon SageMaker Guía para desarrolladores

A continuación, se muestra un ejemplo de una matriz de confusión que devuelve el modelo rápido.

Una matriz de confusión le ofrece la siguiente información:

• El número de veces que la etiqueta predicha coincide con la etiqueta verdadera.

• El número de veces que la etiqueta predicha no coincide con la etiqueta verdadera.
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La etiqueta verdadera representa una observación real de los datos. Por ejemplo, si utiliza un modelo 
para detectar transacciones fraudulentas, la etiqueta verdadera representa una transacción que en 
realidad es fraudulenta o no fraudulenta. La etiqueta predicha representa la etiqueta que el modelo 
asigna a los datos.

Puede usar la matriz de confusión para ver lo bien que predice el modelo la presencia o ausencia 
de una condición. Si predice transacciones fraudulentas, puede utilizar la matriz de confusión 
para hacerse una idea de la sensibilidad y la especificidad del modelo. La sensibilidad se refiere 
a la capacidad del modelo de detectar transacciones fraudulentas. La especificidad se refiere a la 
capacidad del modelo de evitar detectar transacciones no fraudulentas como fraudulentas.

A continuación, se muestra un ejemplo de los resultados de un modelo rápido para un problema de 
regresión.

Resumen de características

Al especificar una columna objetivo, Data Wrangler ordena las características por su poder de 
predicción. El poder de predicción se mide en los datos después de dividirlos en un 80 % de pliegues 
de entrenamiento y un 20 % de pliegues de validación. Data Wrangler encaja un modelo para cada 
característica independiente en el pliegue de entrenamiento. Aplica un preprocesamiento mínimo de 
la característica y mide el rendimiento de la predicción en los datos de validación.

Normaliza las puntuaciones al rango [0,1]. Las puntuaciones de predicción más altas indican 
columnas que son más útiles para predecir el objetivo por sí mismas. Las puntuaciones más bajas 
apuntan a columnas que no predicen la columna objetivo.
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No es habitual que una columna que no sea predictiva por sí sola lo sea cuando se usa junto con 
otras columnas. Puede utilizar con confianza las puntuaciones de predicción para determinar si una 
característica de su conjunto de datos es predictiva.

Una puntuación baja suele indicar que la característica es redundante. Una puntuación de 1 implica 
una capacidad predictiva perfecta, lo que a menudo es señal de una fuga de objetivos. La fuga de 
objetivos suele producirse cuando el conjunto de datos contiene una columna que no está disponible 
en el momento de la predicción. Por ejemplo, podría ser un duplicado de la columna objetivo.

Los siguientes son ejemplos de la tabla y el histograma que muestran el valor de predicción de cada 
característica.
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Muestras

Data Wrangler proporciona información sobre si sus muestras son anómalas o si hay duplicados en 
el conjunto de datos.

Data Wrangler detecta muestras anómalas mediante el algoritmo de bosque de aislamiento. El 
bosque de aislamiento asocia una puntuación de anomalía a cada muestra (fila) del conjunto de 
datos. Las puntuaciones de anomalías bajas indican muestras anómalas. Las puntuaciones altas se 
asocian a muestras no anómalas. Las muestras con una puntuación de anomalía negativa suelen 
considerarse anómalas y las muestras con una puntuación de anomalía positiva se consideran no 
anómalas.

Al observar una muestra que podría ser anómala, se recomienda prestar atención a los valores 
inusuales. Por ejemplo, es posible que tenga valores anómalos que se deban a errores en la 
recopilación y el procesamiento de los datos. El siguiente es un ejemplo de las muestras más 
anómalas según la implementación del algoritmo de bosque de aislamiento de Data Wrangler. Se 
recomienda utilizar el conocimiento del dominio y la lógica empresarial al examinar las muestras 
anómalas.

Data Wrangler detecta filas duplicadas y calcula la proporción de filas duplicadas en los datos. 
Algunos orígenes de datos pueden incluir duplicados válidos. Otros orígenes de datos pueden tener 
duplicados que indiquen problemas en la recopilación de los datos. Las muestras duplicadas que 
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resultan de una recopilación de datos defectuosa podrían interferir con los procesos de machine 
learning, que se basan en dividir los datos en grupos independientes de entrenamiento y validación.

Los siguientes son los elementos del informe de información que pueden verse afectados por la 
duplicación de muestras:

• Modelo rápido

• Estimación de la potencia predictiva

• Ajuste automático de hiperparámetros

Puede eliminar las muestras duplicadas del conjunto de datos mediante la transformación Eliminar 
duplicados en Administrar filas. Data Wrangler le muestra las filas que se duplican con más 
frecuencia.

Definiciones

A continuación, se muestran las definiciones de los términos técnicos que se utilizan en el informe de 
información de datos.

Feature types

Las siguientes son las definiciones de cada uno de los tipos de características:

• Numérica: los valores numéricos pueden ser flotantes o enteros, como la edad o los ingresos. 
Los modelos de machine learning suponen que los valores numéricos están ordenados y que 
se define una distancia sobre ellos. Por ejemplo, 3 está más cerca de 4 que de 10 y 3 < 4 < 10.

• Categórica: las entradas de la columna pertenecen a un conjunto de valores únicos, que suele 
ser mucho menor que el número de entradas de la columna. Por ejemplo, una columna de 
longitud 100 podría contener los valores únicos Dog, Cat y Mouse. Los valores pueden ser 
numéricos, de texto o una combinación de ambos. Horse, House, 8, Love y 3.1 serían todos 
valores válidos y podrían encontrarse en la misma columna categórica. El modelo de machine 
learning no supone el orden ni la distancia en los valores de las características categóricas, a 
diferencia de las características numéricas, incluso cuando todos los valores son números.

• Binaria: las características binarias son un tipo de característica categórica especial en la que la 
cardinalidad del conjunto de valores únicos es 2.

• Texto: una columna de texto contiene muchos valores únicos no numéricos. En casos 
extremos, todos los elementos de la columna son únicos. En un caso extremo, no hay dos 
entradas iguales.
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• Fecha y hora: una columna de fecha y hora contiene información sobre la fecha o la hora. 
Puede contener información tanto de la fecha como de la hora.

Feature statistics

Las siguientes son definiciones para cada una de las estadísticas de la característica:

• Potencia predictiva: la potencia predictiva mide la utilidad de la columna para predecir el 
objetivo.

• Valores atípicos (en columnas numéricas): Data Wrangler detecta los valores atípicos mediante 
dos estadísticas que son resistentes a los valores atípicos: la mediana y la desviación estándar 
robusta (RSTD). La RSTD se obtiene al recortar los valores de las características al rango 
[percentil 5, percentil 95] y calcular la desviación estándar del vector recortado. Todos los 
valores superiores a la mediana +5 * RSTD o inferiores a la mediana -5 * RSTD se consideran 
valores atípicos.

• Sesgo (en columnas numéricas): el sesgo mide la simetría de la distribución y se define como 
el tercer momento de la distribución dividido por la tercera potencia de la desviación estándar. 
La asimetría de la distribución normal o de cualquier otra distribución simétrica es cero. Los 
valores positivos implican que la cola derecha de la distribución es más larga que la cola 
izquierda. Los valores negativos implican que la cola izquierda de la distribución es más larga 
que la cola derecha. Como regla general, una distribución se considera asimétrica cuando el 
valor absoluto de la asimetría es superior a 3.

• Curtosis (en columnas numéricas): la curtosis de Pearson mide el peso de la cola de la 
distribución. Se define como el cuarto momento de la distribución dividido por el cuadrado del 
segundo momento. La curtosis de la distribución normal es 3. Los valores de curtosis inferiores 
a 3 implican que la distribución se concentra alrededor de la media y que las colas son más 
ligeras que las colas de la distribución normal. Los valores de curtosis superiores a 3 implican 
colas con más peso o valores atípicos.

• Valores ausentes: los objetos de tipo nulo, las cadenas vacías y las cadenas compuestas 
únicamente por espacios en blanco se consideran valores ausentes.

• Valores válidos para las características numéricas o el objetivo de regresión: todos los valores 
que se pueden convertir en flotantes finitos son válidos. Los valores ausentes no son válidos.

• Valores válidos para características categóricas, binarias o de texto, o para el objetivo de 
clasificación: todos los valores que no faltan son válidos.

• Características de fecha y hora: todos los valores que puede convertir en un objeto de fecha y 
hora son válidos. Los valores ausentes no son válidos.
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• Valores no válidos: valores ausentes o que no se pueden convertir correctamente. Por ejemplo, 
en una columna numérica, no puede convertir la cadena "six" o un valor nulo.

Quick model metrics for regression

Las siguientes son las definiciones de las métricas del modelo rápido:

• R2 (o coeficiente de determinación): R2 es la proporción de la variación en el objetivo que 
predice el modelo. R2 está en el rango de [-inft, 1]. 1 es la puntuación del modelo que predice 
el objetivo a la perfección y 0 es la puntuación del modelo trivial que siempre predice la media 
objetivo.

• MSE o error cuadrático medio: MSE está en el rango [0, infty]. 0 es la puntuación del modelo 
que predice perfectamente el objetivo.

• MAE o error absoluto medio: el MAE se encuentra en el rango [0, infty] donde 0 es la 
puntuación del modelo que predice perfectamente el objetivo.

• RMSE o raíz del error cuadrático medio: la RMSE se encuentra en el rango [0, infty] donde 0 es 
la puntuación del modelo que predice perfectamente el objetivo.

• Error máximo: el valor absoluto máximo del error en el conjunto de datos. El error máximo se 
encuentra en el rango [0, infty] donde 0 es la puntuación del modelo que predice perfectamente 
el objetivo.

• Mediana del error absoluto: la mediana del error absoluto se encuentra en el rango [0, infty] 
donde 0 es la puntuación del modelo que predice perfectamente el objetivo.

Quick model metrics for classification

Las siguientes son las definiciones de las métricas del modelo rápido:

• Precisión: la precisión es la proporción de muestras que se predicen con precisión. La precisión 
está en el rango [0, 1]. 0 es la puntuación del modelo que predice todas las muestras de forma 
incorrecta y 1 es la puntuación del modelo perfecto.

• Precisión equilibrada: la precisión equilibrada es la proporción de muestras que se predicen 
con precisión cuando se ajustan las ponderaciones de las clases para equilibrar los datos. 
Se les da la misma importancia a todas las clases, independientemente de su frecuencia. La 
precisión equilibrada se encuentra en el rango [0, 1]. 0 es la puntuación del modelo que predice 
erróneamente todas las muestras. 1 es la puntuación del modelo perfecto.
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• AUC (clasificación binaria): es el área bajo la curva característica de funcionamiento del 
receptor. El AUC se encuentra en el rango [0, 1] en el que un modelo aleatorio arroja una 
puntuación de 0,5 y el modelo perfecto devuelve una puntuación de 1.

• AUC (OVR): en la clasificación multiclase, se trata del área bajo la curva característica de 
funcionamiento del receptor, que se calcula por separado para cada etiqueta, utilizando uno 
frente al resto. Data Wrangler informa del promedio de las áreas. El AUC se encuentra en el 
rango [0, 1] en el que un modelo aleatorio arroja una puntuación de 0,5 y el modelo perfecto 
devuelve una puntuación de 1.

• Precisión: la precisión se define para una clase específica. La precisión es la fracción de 
positivos verdaderos de todas las instancias en las que el modelo clasificó como esa clase. La 
precisión está en el rango [0, 1]. 1 es la puntuación del modelo que no tiene falsos positivos 
para la clase. Para la clasificación binaria, Data Wrangler informa de la precisión de la clase 
positiva.

• Recuperación: la recuperación se define para una clase específica. La recuperación es 
la fracción de las instancias de clase pertinentes que se recuperan correctamente. La 
recuperación está en el rango [0, 1]. 1 es la puntuación del modelo que clasifica correctamente 
todas las instancias de la clase. Para la clasificación binaria, Data Wrangler informa de la 
recuperación de la clase positiva.

• F1: F1 se define para una clase específica. Es la media armónica entre la precisión y la 
recuperación. F1 está en el rango [0, 1]. 1 es la puntuación del modelo perfecto. Para la 
clasificación binaria, Data Wrangler indica la F1 para las clases con valores positivos.

Textual patterns

Los patrones describen el formato textual de una cadena utilizando un formato fácil de leer. A 
continuación se muestran ejemplos de patrones de texto:

• “{digits:4-7}” describe una secuencia de dígitos que tienen una longitud entre 4 y 7.

• “{alnum:5}” describe una cadena alfanumérica con una longitud exacta de 5.

Data Wrangler infiere los patrones observando muestras de cadenas no vacías a partir de sus 
datos. Puede describir muchos de los patrones más utilizados. La confianza expresada como 
porcentaje indica qué cantidad de datos se estima que coincide con el patrón. Con el patrón 
textual, puede ver qué filas de los datos tiene que corregir o eliminar.

A continuación se describen los patrones que Data Wrangler puede reconocer:
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Patrón Formato textual

{alnum} Cadenas alfanuméricas

{any} Cualquier cadena de caracteres de palabra

{digits} Una secuencia de dígitos

{lower} Una palabra en minúscula

{mixed} Una palabra con mayúsculas y minúsculas

{name} Una palabra que comienza por una letra 
mayúscula

{upper} Una palabra mayúscula

{whitespace} Caracteres de espacio en blanco

Un carácter de palabra es un carácter de subrayado o un carácter que puede aparecer en una 
palabra en cualquier idioma. Por ejemplo, las cadenas “Hello_word” y “écoute” están compuestas 
por caracteres de palabra. Tanto la “H” como la “é” son ejemplos de caracteres de palabra.

Entrenamiento automático de modelos en su flujo de datos

Puede usar Amazon SageMaker Autopilot para entrenar, ajustar e implementar modelos 
automáticamente a partir de los datos que ha transformado en su flujo de datos. Amazon SageMaker 
Autopilot puede utilizar varios algoritmos y utilizar el que mejor funcione con sus datos. Para obtener 
más información sobre Amazon SageMaker Autopilot, consulteSageMaker Piloto automático.

Cuando entrena y ajusta un modelo, Data Wrangler exporta sus datos a una ubicación de Amazon 
S3 a la que Amazon SageMaker Autopilot puede acceder a ellos.

Para preparar e implementar un modelo, elija un nodo en el flujo de Data Wrangler y elija Exportar 
y entrenar en la vista previa de los datos. Puede utilizar este método para ver su conjunto de datos 
antes de decidir entrenar un modelo con él.

También puede entrenar e implementar un modelo directamente desde su flujo de datos.
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El siguiente procedimiento prepara e implementa un modelo a partir del flujo de datos. En el 
caso de los flujos de Data Wrangler con transformaciones de varias filas, no puede utilizar las 
transformaciones del flujo de Data Wrangler al implementar el modelo. Puede utilizar el siguiente 
procedimiento para procesar los datos antes de utilizarlos para realizar una inferencia.

Para entrenar e implementar un modelo directamente desde el flujo de datos, haga lo siguiente.

1. Seleccione el signo + situado junto al nodo que contiene los datos de entrenamiento.

2. Elija el Modelo de entrenamiento.

3. De forma opcional, puede especificar un identificador o una clave de AWS KMS. Para obtener 
más información sobre la creación y el control de claves criptográficas para proteger sus datos, 
consulte AWS Key Management Service.

4. Elija Exportar y entrena.

5. Después de que Amazon SageMaker Autopilot entrene el modelo con los datos que exportó 
Data Wrangler, especifique un nombre para el nombre del experimento.

6. En Introducir datos, selecciona Vista previa para comprobar que Data Wrangler ha exportado 
correctamente los datos a Amazon SageMaker Autopilot.

7. En Destino, elija la columna de destino.

8. De forma opcional, en la Ubicación de S3 en Datos de salida, puede especificar una ubicación 
de Amazon S3 distinta de la ubicación predeterminada.

9. Elija Siguiente: método de entrenamiento.

10. Elija un método de entrenamiento. Para obtener más información, consulte Modelos de 
entrenamiento.

11. De forma opcional, en Implementación automática de punto de conexión, puede especificar un 
nombre para el punto de conexión.

12. En Opción de implementación, elija un método de implementación. Puede optar por realizar la 
implementación con o sin las transformaciones que ha realizado en sus datos.

Important

No puede implementar un modelo de Amazon SageMaker Autopilot con las 
transformaciones que ha realizado en su flujo de Data Wrangler. Para obtener más 
información sobre esas transformaciones, consulte Exportación a un punto de conexión 
de inferencia.
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13. Elija Siguiente: revisar y crear.

14. Elija Create experiment (Crear experimento).

Para obtener más información acerca el entrenamiento del modelo y la implementación, consulte
Cree un trabajo de regresión o clasificación para datos tabulares mediante la API AutoML. El piloto 
automático le muestra análisis sobre el rendimiento del mejor modelo. Para obtener más información 
sobre el rendimiento del modelo, consulte Ver informes de rendimiento sobre el modelo de Piloto 
automático.

Datos de transformación

Amazon SageMaker Data Wrangler ofrece numerosas transformaciones de datos de aprendizaje 
automático para agilizar la limpieza, la transformación y la caracterización de los datos. Cuando 
agrega una transformación, agrega un paso al flujo de datos. Cada transformación que añada 
modifica su conjunto de datos y produce un nuevo marco de datos. Todas las transformaciones 
posteriores se aplican al marco de datos resultante.

Data Wrangler incluye transformaciones integradas, que puede utilizar para transformar columnas 
sin necesidad de código. También puede añadir transformaciones personalizadas mediante 
PySpark Python (función definida por el usuario), pandas y PySpark SQL. Algunas transformaciones 
funcionan “in situ”, mientras que otras crean una nueva columna de salida en el conjunto de datos.

Puede aplicar transformaciones a varias columnas a la vez. Por ejemplo, puede eliminar varias 
columnas en un solo paso.

Puede aplicar las transformaciones Procesar numérico y Gestionar faltantes solo a una columna.

Utilice esta página para obtener más información sobre estas transformaciones integradas y 
personalizadas.

IU de transformación

La mayoría de las transformaciones integradas se encuentran en la pestaña Preparación de 
la interfaz de usuario de Data Wrangler. Puede acceder a las transformaciones de unión y 
concatenación a través de la vista de flujo de datos. Utilice la siguiente tabla para obtener una vista 
previa de estas dos vistas.
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Transform

Puede añadir una transformación a cualquier paso del flujo de datos. Utilice el siguiente 
procedimiento para agregar una transformación a su flujo de datos.

Para agregar un paso a su flujo de datos, haga lo siguiente.

1. Seleccione el signo +, situado junto al paso del flujo de datos.

2. Seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione una transformación.
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5. (Opcional) Puede buscar la transformación que desea utilizar. Data Wrangler resalta la 
consulta en los resultados.

Join View

Para unir dos conjuntos de datos, seleccione el primer conjunto de datos de su flujo de datos y 
elija Unir. Al elegir Unir, verá resultados similares a los que se muestran en la siguiente imagen. 
Los conjuntos de datos izquierdo y derecho se muestran en el panel izquierdo. El panel principal 
muestra su flujo de datos, con el conjunto de datos recién unido agregado.
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Si elige Configurar para configurar la unión, verá resultados similares a los que se muestran en 
la siguiente imagen. La configuración de unión se muestra en el panel izquierdo. Puede usar 
este panel para elegir el nombre del conjunto de datos unido, el tipo de unión y las columnas 
que desea unir. El panel principal muestra tres tablas. Las dos tablas superiores muestran los 
conjuntos de datos izquierdo y derecho, a la izquierda y a la derecha respectivamente. En esta 
tabla, puede obtener una vista previa del conjunto de datos unido.
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Consulte Unir conjuntos de datos para obtener más información.

Concatenate View

Para concatenar dos conjuntos de datos, seleccione el primer conjunto de datos del flujo de 
datos y elija Concatenar. Al seleccionar Concatenar, verá resultados similares a los que se 
muestran en la siguiente imagen. Los conjuntos de datos izquierdo y derecho se muestran en 
el panel izquierdo. El panel principal muestra su flujo de datos, con el conjunto de datos recién 
concatenado agregado.
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Al elegir Configurar para configurar la concatenación, verá resultados similares a los que se 
muestran en la siguiente imagen. La configuración de concatenación se muestra en el panel 
izquierdo. Puede usar este panel para elegir el nombre del conjunto de datos concatenado, 
eliminar los duplicados después de la concatenación y agregar columnas para indicar el marco 
de datos de origen. El panel principal muestra tres tablas. Las dos tablas superiores muestran los 
conjuntos de datos izquierdo y derecho, a la izquierda y a la derecha respectivamente. En esta 
tabla, puede obtener una vista previa del conjunto de datos unido.
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Consulte Concatenar conjuntos de datos para obtener más información.

Unir conjuntos de datos

Los marcos de datos se unen directamente a su flujo de datos. Al unir dos conjuntos de datos, el 
conjunto de datos unido resultante aparece en el flujo. Data Wrangler admite los siguientes tipos de 
unión.

• Exterior izquierda: incluye todas las filas de la tabla de la izquierda. Si el valor de la columna unida 
a una fila de la izquierda de la tabla no coincide con ningún valor de la fila de la derecha, esa fila 
contiene valores nulos para todas las columnas de la derecha de la tabla unida.

• Anticombinación izquierda: incluye las filas de la tabla de la izquierda que no contienen los valores 
de la tabla de la derecha para la columna unida.

• Semicombinación izquierda: incluye una sola fila de la tabla de la izquierda para todas las filas 
idénticas que cumplan los criterios de la instrucción de combinación. Esto excluye las filas 
duplicadas de la tabla de la izquierda que coincidan con los criterios de la unión.
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• Exterior derecha: incluye todas las filas de la tabla de la derecha. Si el valor de la columna unida 
de una fila de la derecha de la tabla no coincide con ningún valor de la fila de la izquierda, esa fila 
contiene valores nulos para todas las columnas de la tabla de la izquierda de la tabla unida.

• Interior: incluye filas de las tablas izquierda y derecha que contengan valores coincidentes en la 
columna unida.

• Exterior completa: incluye todas las filas de las tablas izquierda y derecha. Si el valor de fila de la 
columna unida de alguna de las tablas no coincide, se crean filas independientes en la tabla unida. 
Si una fila no contiene un valor para una columna de la tabla unida, se inserta un valor nulo para 
esa columna.

• Cruzada cartesiana: incluye filas que combinen cada fila de la primera tabla con cada fila de 
la segunda tabla. Se trata de un producto cartesiano de las filas de las tablas de la unión. El 
resultado de este producto es el tamaño de la tabla izquierda multiplicado por el tamaño de la tabla 
derecha. Por lo tanto, recomendamos tener cuidado al utilizar esta unión entre conjuntos de datos 
muy grandes.

Utilice el siguiente procedimiento para unir dos marcos de datos.

1. Seleccione el signo + junto al marco de datos izquierdo que desee unir. El primer marco de 
datos que seleccione será siempre la tabla de la izquierda de la combinación.

2. Elija Join (Unirse).

3. Seleccione el marco de datos derecho. El segundo marco de datos que seleccione será siempre 
la tabla de la derecha de la combinación.

4. Elija Configurar para configurar la unión.

5. Asigne un nombre al conjunto de datos unido en el campo Nombre.

6. Seleccione un tipo de unión.

7. Seleccione una columna de las tablas izquierda y derecha para unirlas.

8. Elija Aplicar para obtener una vista previa del conjunto de datos unido a la derecha.

9. Para agregar la tabla unida a su flujo de datos, elija Agregar.
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Concatenar conjuntos de datos

Concatenar dos conjuntos de datos:

1. Seleccione +, junto al marco de datos izquierdo que desee concatenar. El primer marco de datos 
que seleccione será siempre la tabla de la izquierda de la concatenación.

2. Elija Concatenar.

3. Seleccione el marco de datos derecho. El segundo marco de datos que seleccione será siempre 
la tabla de la derecha de la concatenación.

4. Elija Configurar para configurar la concatenación.

5. Asigne un nombre al conjunto de datos concatenado en el campo Nombre.

6. (Opcional) Seleccione la casilla de verificación situada junto a Eliminar los duplicados después 
de la concatenación para eliminar las columnas duplicadas.

7. (Opcional) Seleccione la casilla de verificación situada junto a Añadir columna para indicar el 
marco de datos de origen si, para cada columna del nuevo conjunto de datos, desea añadir un 
indicador del origen de la columna.

8. Elija Aplicar para obtener una vista previa del nuevo conjunto de datos.

9. Seleccione agregar para añadir el nuevo conjunto de datos a su flujo de datos.

Equilibrar los datos

Puede equilibrar los datos de los conjuntos de datos con una categoría infrarrepresentada. Equilibrar 
un conjunto de datos puede ayudarle a crear mejores modelos para la clasificación binaria.

Note

No puede equilibrar los conjuntos de datos que contienen vectores de columnas.

Puede utilizar la operación Equilibrar datos para equilibrar los datos mediante uno de los siguientes 
operadores.

• Sobremuestreo aleatorio: duplica aleatoriamente las muestras de la categoría minoritaria. Por 
ejemplo, si está intentando detectar un fraude, es posible que solo tenga casos de fraude en 
el 10 % de sus datos. Para una proporción igual de casos fraudulentos y no fraudulentos, este 
operador duplica aleatoriamente los casos de fraude en el conjunto de datos ocho veces.
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• Submuestreo aleatorio: es bastante equivalente al sobremuestreo aleatorio. Elimina aleatoriamente 
las muestras de la categoría sobrerrepresentada para obtener la proporción de muestras que 
desee.

• Técnica de sobremuestreo de minorías sintéticas (SMOTE): utiliza muestras de la categoría 
infrarrepresentada para interpolar nuevas muestras minoritarias sintéticas. Para obtener más 
información sobre SMOTE, consulte la siguiente descripción.

Puede usar todas las transformaciones para conjuntos de datos que contengan características 
numéricas y no numéricas. SMOTE interpola los valores mediante muestras vecinas. Data Wrangler 
utiliza la distancia R cuadrada para determinar la vecindad e interpolar las muestras adicionales. 
Data Wrangler solo usa características numéricas para calcular las distancias entre las muestras del 
grupo subrepresentado.

Para dos muestras reales del grupo subrepresentado, Data Wrangler interpola las características 
numéricas mediante un promedio ponderado. Asigna ponderaciones de forma aleatoria a las 
muestras en el rango de [0, 1]. Para las características numéricas, Data Wrangler interpola las 
muestras utilizando un promedio ponderado de las muestras. Para las muestras A y B, Data 
Wrangler podría asignar aleatoriamente una ponderación de 0,7 a A y 0,3 a B. La muestra 
interpolada tiene un valor de 0,7A + 0,3B.

Data Wrangler interpola las características no numéricas copiándolas de cualquiera de las muestras 
reales interpoladas. Copie las muestras con una probabilidad que asigna aleatoriamente a cada 
muestra. Para las muestras A y B, puede asignar probabilidades de 0,8 a A y 0,2 a B. Para las 
probabilidades que asignó, copia A el 80% del tiempo.

Transformaciones personalizadas

El grupo Transformaciones personalizadas le permite usar Python (función definida por el 
usuario) PySpark, pandas o PySpark (SQL) para definir transformaciones personalizadas. En 
las tres opciones, utilice la variable df para acceder al marco de datos al que desee aplicar la 
transformación. Para aplicar el código personalizado en el marco de datos, asigne el marco de datos 
a las transformaciones que ha realizado a la variable df. Si no utiliza Python (función definida por 
el usuario), no es necesario incluir una declaración de retorno. Seleccione Vista previa para obtener 
una vista previa del resultado de la transformación personalizada. Seleccione Agregar para añadir la 
transformación personalizada a la lista de Pasos anteriores.

Puede importar las bibliotecas más populares con una instrucción import en el bloque de código de 
transformación personalizada, como la siguiente:
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• NumPy versión 1.19.0

• scikit-learn versión 0.23.2

• SciPy versión 1.5.4

• pandas versión 1.0.3

• PySpark versión 3.0.0

Important

La transformación personalizada no admite columnas con espacios ni caracteres especiales 
en el nombre. Se recomienda especificar nombres de columnas que solo tengan caracteres 
alfanuméricos y guiones bajos. Puede utilizar la transformación Cambiar nombre de columna
en el grupo de transformaciones Administrar columnas, a fin de eliminar los espacios del 
nombre de una columna. También puede añadir una transformación personalizada de Python 
(Pandas) similar a la siguiente para eliminar los espacios de varias columnas en un solo 
paso. En este ejemplo, se cambian las columnas denominadas A column y B column por
A_column yB_column, respectivamente.

df.rename(columns={"A column": "A_column", "B column": "B_column"})

Si incluye instrucciones de impresión en el bloque de código, el resultado aparece al seleccionar
Vista previa. Puede cambiar el tamaño del panel del transformador de código personalizado. 
Al cambiar el tamaño del panel, se proporciona más espacio para escribir código. En la imagen 
siguiente, se muestra el cambio de tamaño del panel.
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Las siguientes secciones proporcionan contexto adicional y ejemplos para escribir código de 
transformación personalizado.

Python (función definida por el usuario)

La función Python le permite escribir transformaciones personalizadas sin necesidad de conocer 
Apache Spark o pandas. Data Wrangler está optimizado para ejecutar su código personalizado 
rápidamente. Obtiene un rendimiento similar con el código Python personalizado y un complemento 
de Apache Spark.

Para usar el bloque de código Python (función definida por el usuario), especifique lo siguiente.

• Columna de entrada: la columna de entrada en la que aplica la transformación.

• Modo: el modo de programación, ya sea pandas o Python.

• Tipo de retorno: el tipo de datos del valor que devolverá.

El uso del modo pandas ofrece un mejor rendimiento. El modo Python facilita la escritura de 
transformaciones mediante el uso de funciones puras de Python.
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En el siguiente vídeo se muestra un ejemplo de cómo utilizar código personalizado para crear una 
transformación. Utiliza el conjunto de datos del Titanic para crear una columna con el saludo de la 
persona.

PySpark

El siguiente ejemplo extrae la fecha y la hora de una marca de tiempo.

from pyspark.sql.functions import from_unixtime, to_date, date_format
df = df.withColumn('DATE_TIME', from_unixtime('TIMESTAMP'))
df = df.withColumn( 'EVENT_DATE', to_date('DATE_TIME')).withColumn(
'EVENT_TIME', date_format('DATE_TIME', 'HH:mm:ss'))

pandas

El siguiente ejemplo proporciona una descripción general del marco de datos al que se van a añadir 
las transformaciones.

df.info()

PySpark (SQL)
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El siguiente ejemplo crea un nuevo marco de datos con cuatro columnas: name, fare, pclass y
survived.

SELECT name, fare, pclass, survived FROM df

Si no sabes cómo usarlo PySpark, puedes usar fragmentos de código personalizados para ayudarte 
a empezar.

Data Wrangler tiene una colección de fragmentos de código con capacidad de búsqueda. Puedes 
usar fragmentos de código para realizar tareas como colocar columnas, agrupar por columnas o 
modelar.

Para usar un fragmento de código, seleccione Buscar fragmentos de ejemplo y especifique una 
consulta en la barra de búsqueda. El texto que especifique en la consulta no tiene por qué coincidir 
exactamente con el nombre del fragmento de código.

En el siguiente ejemplo, se muestra un fragmento de código Descartar filas duplicadas que puede 
eliminar filas con datos similares del conjunto de datos. Para encontrar el fragmento de código, 
busque una de las siguientes opciones:

• Duplicados

• Idéntico

• Remove

El siguiente fragmento contiene comentarios que le ayudarán a comprender los cambios que debe 
realizar. Para la mayoría de los fragmentos, debe especificar los nombres de las columnas del 
conjunto de datos en el código.

# Specify the subset of columns
# all rows having identical values in these columns will be dropped

subset = ["col1", "col2", "col3"]
df = df.dropDuplicates(subset)   

# to drop the full-duplicate rows run
# df = df.dropDuplicates()             
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Para usar un fragmento, copie y pegue su contenido en el campo Transformación personalizada. 
Puede copiar y pegar varios fragmentos de código en el campo de transformación personalizada.

Fórmula personalizada

Usa una fórmula personalizada para definir una nueva columna mediante una expresión Spark SQL 
para consultar datos en el marco de datos actual. La consulta debe usar las convenciones de las 
expresiones Spark SQL.

Important

La fórmula personalizada no admite columnas con espacios ni caracteres especiales en 
el nombre. Se recomienda especificar nombres de columnas que solo tengan caracteres 
alfanuméricos y guiones bajos. Puede utilizar la transformación Cambiar nombre de columna
en el grupo de transformaciones Administrar columnas, a fin de eliminar los espacios del 
nombre de una columna. También puede añadir una transformación personalizada de Python 
(Pandas) similar a la siguiente para eliminar los espacios de varias columnas en un solo 
paso. En este ejemplo, se cambian las columnas denominadas A column y B column por
A_column yB_column, respectivamente.

df.rename(columns={"A column": "A_column", "B column": "B_column"})

Puede utilizar esta transformación para realizar operaciones en las columnas, y puede hacer 
referencia a las columnas por su nombre. Por ejemplo, supongamos que el marco de datos actual 
contiene columnas denominadas col_a y col_b; puede utilizar la siguiente operación para generar 
una columna de salida que sea el producto de estas dos columnas con el siguiente código:

col_a * col_b

Otras operaciones comunes son las siguientes, suponiendo que el marco de datos contenga 
columnas col_a y col_b:

• Concatenar dos columnas: concat(col_a, col_b)

• Añadir dos columnas: col_a + col_b

• Restar dos columnas: col_a - col_b

• Dividir dos columnas: col_a / col_b
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• Tomar el valor absoluto de una columna: abs(col_a)

Para obtener más información, consulte la documentación de Spark sobre la selección de datos.

Reducir la dimensionalidad dentro de un conjunto de datos

Reduzca la dimensionalidad de sus datos mediante el análisis de componentes principales (PCA). La 
dimensionalidad de su conjunto de datos depende de la cantidad de características. Cuando utiliza 
la reducción de dimensionalidad en Data Wrangler, obtiene un nuevo conjunto de características 
denominados componentes. Cada componente tiene en cuenta cierta variabilidad en los datos.

El primer componente representa la mayor cantidad de variación en los datos. El segundo 
componente representa la segunda mayor cantidad de variación en los datos, y así sucesivamente.

Puede utilizar la reducción de dimensionalidad para reducir el tamaño de los conjuntos de datos que 
utiliza para entrenar los modelos. En lugar de utilizar las características en su conjunto de datos, 
puede utilizar los componentes principales.

Para realizar la PCA, Data Wrangler crea ejes para sus datos. Un eje es una combinación afín de 
columnas en su conjunto de datos. El primer componente principal es el valor del eje que tiene 
la mayor cantidad de varianza. El segundo componente principal es el valor del eje que tiene la 
segunda mayor cantidad de varianza. El enésimo componente principal es el valor del eje que tiene 
la enésima cantidad de varianza más alta.

Puede configurar el número de componentes principales que devuelve Data Wrangler. Puede 
especificar el número de componentes principales directamente o puede especificar el porcentaje del 
umbral de varianza. Cada componente principal explica una cantidad de varianza en los datos. Por 
ejemplo, podría tener un componente principal con un valor de 0,5. El componente explicaría el 50 % 
de la variación de los datos. Al especificar un porcentaje umbral de varianza, Data Wrangler devuelve 
el menor número de componentes posible que cumple con el porcentaje que especifique.

A continuación, se muestran ejemplos de componentes principales con la cantidad de varianza que 
explican en los datos.

• Componente 1: 0,5

• Componente 2: 0,45

• Componente 3: 0,05
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Si especifica un porcentaje de umbral de varianza de 94 o 95, Data Wrangler devuelve el 
componente 1 y el componente 2. Si especifica un porcentaje de umbral de varianza de 96, Data 
Wrangler devuelve los tres componentes principales.

Puede utilizar el siguiente procedimiento para ejecutar el PCA en el conjunto de datos.

Para ejecutar el PCA en el conjunto de datos, haga lo siguiente.

1. Abra el flujo de datos de Data Wrangler.

2. Seleccione + y seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Elija Reducción de dimensionalidad.

5. En Columnas de entrada, elija las características que va a reducir en los componentes 
principales.

6. (Opcional) En Número de componentes principales, elija el número de componentes principales 
que Data Wrangler devuelve en su conjunto de datos. Si especifica un valor para el campo, no 
podrá especificar un valor para el porcentaje del umbral de varianza.

7. (Opcional) En el porcentaje del umbral de varianza, especifique el porcentaje de variación de 
los datos que desea que expliquen los componentes principales. Data Wrangler utiliza el valor 
predeterminado de 95 si no especifica un valor para el umbral de varianza. No puede especificar 
un porcentaje de umbral de varianza si ha especificado un valor para el número de componentes 
principales.

8. (Opcional) Deseleccione Centrar para no usar la media de las columnas como centro de 
los datos. De forma predeterminada, Data Wrangler centra los datos con la media antes de 
escalarlos.

9. (Opcional) Deseleccione Escala para no escalar los datos con la desviación estándar de la 
unidad.

10. (Opcional) Elija Columnas para generar los componentes en columnas separadas. Elija Vector
para generar los componentes como un vector único.

11. (Opcional) En Columna de salida, especifique un nombre para la columna de salida. Si va a 
enviar los componentes a columnas independientes, el nombre que especifique es un prefijo. 
Si va a generar los componentes en un vector, el nombre que especifique es el nombre de la 
columna vectorial.

12. (Opcional) Seleccione Conservar columnas de entrada. No recomendamos seleccionar esta 
opción si planea usar solo los componentes principales para entrenar el modelo.
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13. Seleccione Preview (Versión preliminar).

14. Elija Añadir.

Codificar categóricos

Los datos categóricos suelen estar compuestos por un número finito de categorías, donde cada 
categoría se representa con una cadena. Por ejemplo, si tiene una tabla de datos de clientes, 
una columna que indica el país en el que vive una persona es categórica. Las categorías serían
Afganistán, Albania, Argelia, etc. Los datos categóricos pueden ser nominales u ordinales. Las 
categorías ordinales tienen un orden inherente, pero las categorías nominales no. El grado de 
educación más alto obtenido (bachillerato, licenciatura, máster, etc.) es un ejemplo de categorías 
ordinales.

La codificación de datos categóricos es el proceso de crear una representación numérica de las 
categorías. Por ejemplo, si sus categorías son Perro y Gato, puede codificar esta información en dos 
vectores: [1,0] para representar a Perro y [0,1] para representar a Gato.

Al codificar categorías ordinales, es posible que necesite traducir el orden natural de las categorías 
a su codificación. Por ejemplo, puede representar el grado más alto obtenido con el siguiente mapa:
{"High school": 1, "Bachelors": 2, "Masters":3}.

Utilice la codificación categórica para codificar datos categóricos en formato de cadena en matrices 
de enteros.

Los codificadores categóricos de Data Wrangler crean codificaciones para todas las categorías 
que existen en una columna en el momento en que se define el paso. Si se han agregado nuevas 
categorías a una columna al iniciar un trabajo de Data Wrangler para procesar el conjunto de datos 
en el momento t y esa columna era la entrada para una transformación de codificación categórica 
de Data Wrangler en el momento t-1, esas nuevas categorías se consideran ausentes en el trabajo 
de Data Wrangler. La opción que seleccione para estrategia de gestión no válida se aplica a estos 
valores que faltan. Algunos ejemplos de situaciones en las que esto puede ocurrir:

• Cuando se utiliza un archivo .flow para crear un trabajo de Data Wrangler a fin de procesar un 
conjunto de datos que se actualizó tras la creación del flujo de datos. Por ejemplo, puedes usar un 
flujo de datos para procesar regularmente los datos de ventas cada mes. Si los datos de ventas se 
actualizan semanalmente, es posible que se introduzcan nuevas categorías en las columnas para 
las que se defina un paso categórico de codificación.
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• Al seleccionar el muestreo al importar el conjunto de datos, es posible que algunas categorías 
queden fuera de la muestra.

En estas situaciones, estas nuevas categorías se consideran valores ausentes en el trabajo de Data 
Wrangler.

Puede elegir y configurar una codificación ordinal y una codificación One-Hot. Utilice las siguientes 
secciones para obtener más información sobre estas opciones.

Ambas transformaciones crean una nueva columna llamada Nombre de columna de salida. El 
formato de salida de esta columna se especifica con Estilo de salida:

• Seleccione Vector para producir una sola columna con un vector disperso.

• Seleccione Columnas para crear una columna para cada categoría con una variable indicadora de 
si el texto de la columna original contiene un valor igual a esa categoría.

Codificación ordinal

Seleccione Codificación ordinal para codificar las categorías en un número entero entre 0 y el 
número total de categorías de la columna de entrada que seleccione.

Estrategia de administración no válida: seleccione un método para gestionar los valores no válidos o 
ausentes.

• Elija Omitir si desea omitir las filas en las que falten valores.

• Elija Conservar para retener los valores faltantes como última categoría.

• Seleccione Error si desea que Data Wrangler arroje un error si se encuentran valores faltantes en 
la columna de entrada.

• Elija Reemplazar por NaN para reemplazar lo que falte por NaN. Se recomienda utilizar esta 
opción si el algoritmo ML puede gestionar los valores faltantes. De lo contrario, las tres primeras 
opciones de esta lista pueden producir mejores resultados.

Codificación One-Hot

Seleccione Codificación One-Hot para que Transform utilice la codificación One-Hot. Para configurar 
esta transformación, haga lo siguiente:
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• Descartar la última categoría: si es True, la última categoría no tiene un índice correspondiente 
en la codificación One-Hot. Cuando es posible que falten valores, una categoría ausente siempre 
será la última; si se establece esto en True, un valor ausente dará como resultado un vector 
completamente cero.

• Estrategia de administración no válida: seleccione un método para gestionar los valores no válidos 
o ausentes.

• Elija Omitir si desea omitir las filas en las que falten valores.

• Elija Conservar para retener los valores faltantes como última categoría.

• Seleccione Error si desea que Data Wrangler arroje un error si se encuentran valores faltantes 
en la columna de entrada.

• Entrada con codificación ordinal: seleccione esta opción si el vector de entrada contiene datos con 
codificación ordinal. Esta opción requiere que los datos de entrada contengan números enteros no 
negativos. Si es Verdadero, la entrada i se codifica como un vector con un valor distinto de cero en 
la ubicación número i.

Codificación por similitud

Utilice la codificación por similitud cuando tenga lo siguiente:

• Un gran número de variables categóricas

• Datos con ruido

El codificador por similitud crea incrustaciones para columnas con datos categóricos. Una integración 
es una asignación de objetos discretos, como palabras, a vectores de números reales. Codifica 
cadenas similares a vectores que contienen valores similares. Por ejemplo, crea codificaciones muy 
similares para “California” y “Calfornia”.

Data Wrangler convierte cada categoría de su conjunto de datos en un conjunto de tokens mediante 
un tokenizador de 3 gramos. Convierte los tokens en una incrustación mediante la codificación 
MinHash.

En el siguiente ejemplo, se muestra cómo crea vectores el codificador por similitud a partir de 
cadenas.
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Características de las codificaciones por similitud que crea Data Wrangler:

• Tienen una dimensionalidad baja.

• Son escalables a un gran número de categorías.

• Son robustas y resistentes al ruido.

Por las razones anteriores, la codificación por similitud es más versátil que la codificación 
centralizada.
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Para agregar la transformación de codificación por similitud en su conjunto de datos, utilice el 
siguiente procedimiento.

Para utilizar la codificación por similitud, haga lo siguiente.

1. Inicia sesión en Amazon SageMaker Console.

2. Elige Open Studio Classic.

3. Elija Lanzar aplicación.

4. Elija Studio.

5. Especifique su flujo de datos.

6. Elija un paso con una transformación.

7. Seleccione Agregar paso.

8. Elija Codificar categóricos.

9. Especifique lo siguiente:

• Transformar: codificación por similitud

• Columna de entrada: la columna que contiene los datos categóricos que está codificando.

• Dimensión de destino: la dimensión del vector de incrustación categórica (opcional). El valor 
predeterminado es 30. Recomendamos usar una dimensión de destino más grande si tiene un 
conjunto de datos grande con muchas categorías.

• Estilo de salida: elija Vector para un único vector con todos los valores codificados. Elija
Columna para tener los valores codificados en columnas separadas.

• Columna de salida: el nombre de la columna de salida para una salida codificada vectorial 
(opcional). En el caso de una salida codificada por columnas, este es el prefijo de los nombres 
de las columnas seguido del número indicado.

Caracterización del texto

Utilice el grupo de transformaciones Caracterizar texto para inspeccionar las columnas de tipo 
cadena y utilizar la incrustación de texto a fin de caracterizar estas columnas.

Este grupo de características contiene dos características: Estadísticas de caracteres y Vectorizar. 
Utilice las siguientes secciones para obtener más información sobre estas transformaciones. Para 
ambas opciones, la columna de entrada debe contener datos de texto (tipo cadena).
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Estadísticas de caracteres

Utilice Estadísticas de caracteres para generar estadísticas para cada fila de una columna que 
contenga datos de texto.

Esta transformación calcula las siguientes proporciones y recuentos para cada fila y crea una nueva 
columna para informar del resultado. La nueva columna recibe el nombre de la columna de entrada 
como prefijo y un sufijo específico de la proporción o el recuento.

• Número de palabras: el número total de palabras de esa fila. El sufijo de esta columna de salida es
-stats_word_count.

• Número de caracteres: el número total de caracteres de esa fila. El sufijo de esta columna de 
salida es -stats_char_count.

• Proporción de mayúsculas: el número de caracteres en mayúscula, de la A a la Z, 
dividido entre todos los caracteres de la columna. El sufijo de esta columna de salida es -
stats_capital_ratio.

• Proporción de minúsculas: el número de caracteres en minúscula, de la a a la z, dividido 
entre todos los caracteres de la columna. El sufijo de esta columna de salida es -
stats_lower_ratio.

• Proporción de dígitos: la relación entre los dígitos de una sola fila y la suma de los dígitos de la 
columna de entrada. El sufijo de esta columna de salida es -stats_digit_ratio.

• Proporción de caracteres especiales: proporción entre caracteres no alfanuméricos (como #$&
%: @) y la suma de todos los caracteres de la columna de entrada. El sufijo de esta columna de 
salida es -stats_special_ratio.

Vectorizar

La incrustación de texto implica asignar palabras o frases de un vocabulario a vectores de números 
reales. Utilice la transformación de incrustación de texto de Data Wrangler para tokenizar y vectorizar 
datos de texto en vectores de frecuencia de término/frecuencia inversa de documento (TF-IDF).

Cuando se calcula la TF-IDF para una columna de datos de texto, cada palabra de cada oración se 
convierte en un número real que representa su importancia semántica. Los números más altos se 
asocian a palabras menos frecuentes, que suelen ser más significativas.

Al definir un paso de transformación Vectorizar, Data Wrangler utiliza los datos de su conjunto de 
datos para definir el vectorizador de recuento y los métodos TF-IDF. Al ejecutar un trabajo de Data 
Wrangler, se utilizan estos mismos métodos.
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Para usar esta transformación, configure lo siguiente:

• Nombre de la columna de salida: esta transformación crea una nueva columna con el texto 
incrustado. Utilice este campo para especificar un nombre para esta columna de salida.

• Tokenizador: un tokenizador convierte la oración en una lista de palabras o tokens.

Elija Estándar para usar un tokenizador que divida por espacios en blanco y convierta cada 
palabra en minúsculas. Por ejemplo, "Good dog" está tokenizado a ["good","dog"].

Elija Personalizado para usar un tokenizador personalizado. Si elige Personalizado, puede usar los 
siguientes campos para configurar el tokenizador.

• Longitud mínima del token: la longitud mínima, en caracteres, para que un token sea válido. 
El valor predeterminado es 1. Por ejemplo, si especifica 3 como longitud mínima del token, las 
palabras como a, at, in se eliminarán de la oración tokenizada.

• Si la expresión regular se divide en huecos: si se selecciona esta opción, la expresión regular se 
divide en espacios. De lo contrario, se ajusta a los tokens. El valor predeterminado es True.

• Patrón de expresiones regulares: el patrón de expresiones regulares que define el proceso de 
tokenización. El valor predeterminado es ' \\ s+'.

• A minúsculas: si se selecciona, Data Wrangler convierte todos los caracteres a minúsculas antes 
de la tokenización. El valor predeterminado es True.

Para obtener más información, consulte la documentación de Spark en Tokenizer.

• Vectorizador: el vectorizador convierte la lista de tokens en un vector numérico disperso. Cada 
token corresponde a un índice del vector, y un valor distinto de cero indica la existencia del token 
en la oración de entrada. Puede elegir entre dos opciones de vectorización: Recuento y Hashing.

• Vectorización de recuento permite personalizaciones con las que filtrar tokens poco frecuentes o 
demasiado comunes. Los parámetros de Vectorización de recuento son los siguientes.

• Frecuencia mínima de términos: en cada fila, se filtran los términos (tokens) con una 
frecuencia menor. Si especifica un número entero, se trata de un umbral absoluto (inclusivo). 
Si especifica una fracción entre 0 y 1 (ambos incluidos), el umbral es relativo al recuento total 
de términos. El valor predeterminado es 1.

• Frecuencia mínima de documentos: número mínimo de filas en las que debe aparecer un 
término (token) para poder incluirlo. Si especifica un número entero, se trata de un umbral 
absoluto (inclusivo). Si especifica una fracción entre 0 y 1 (ambos incluidos), el umbral es 
relativo al recuento total de términos. El valor predeterminado es 1.
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• Frecuencia máxima de documentos: número máximo de documentos (filas) en los que puede 
aparecer un término (token) para ser incluido. Si especifica un número entero, se trata de un 
umbral absoluto (inclusivo). Si especifica una fracción entre 0 y 1 (ambos incluidos), el umbral 
es relativo al recuento total de términos. El valor predeterminado es 0.999.

• Tamaño máximo del vocabulario: tamaño máximo del vocabulario. El vocabulario se compone 
de todos los términos (tokens) de todas las filas de la columna. El valor predeterminado es
262144.

• Salidas binarias: si se selecciona, las salidas vectoriales no incluyen el número de apariciones 
de un término en un documento, sino que son un indicador binario de su presencia. El valor 
predeterminado es False.

Para obtener más información sobre esta opción, consulta la documentación de Spark en.
CountVectorizer

• El Hashing es computacionalmente más rápido. Los parámetros de Vectorización de hashing
son los siguientes.

• Número de características durante el hashing: un vectorizador de hashing asigna los tokens a 
un índice vectorial según su valor de hash. Esta característica determina el número de valores 
de hash posibles. Los valores grandes dan como resultado menos colisiones entre los valores 
hash, pero un vector de salida de mayor dimensión.

Para obtener más información sobre esta opción, consulta la documentación de Spark en
FeatureHasher

• Apply IDF aplica una transformación IDF, que multiplica la frecuencia de término por la frecuencia 
inversa de documento estándar utilizada para la incrustación TF-IDF. Los parámetros de IDF son 
los siguientes.

• Frecuencia mínima de documentos: número mínimo de documentos (filas) en las que debe 
aparecer un término (token) para poder incluirlo. Si el vectorizador elegido es count_vectorize, 
le recomendamos que mantenga el valor predeterminado y que solo modifique el campo
min_doc_freq en los parámetros de Count vectorize. El valor predeterminado es 5.

• Formato de salida: el formato de salida de cada fila.

• Seleccione Vector para producir una sola columna con un vector disperso.

• Seleccione Plano para crear una columna para cada categoría con una variable indicadora de si 
el texto de la columna original contiene un valor igual a esa categoría. Solo puede elegir Plano si
Vectorizador está configurado como Vectorizador de recuento.
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Transformar series temporales

En Data Wrangler puede transformar datos de serie temporal. Los valores de un conjunto de datos 
de series temporales están indexados en función de un tiempo específico. Por ejemplo, un conjunto 
de datos que muestra el número de clientes en una tienda por cada hora del día es un conjunto de 
datos de series temporales. En la siguiente tabla, se muestra un ejemplo de un conjunto de datos de 
series temporales.

Número de clientes por hora en una tienda

Número de clientes Hora (hora)

4 09:00

10 10:00

14 11:00

25 12:00

20 13:00

18 14:00

En la tabla anterior, la columna Número de clientes contiene los datos de serie temporal. Los datos 
de serie temporal se indexan en función de los datos horarios de la columna Hora.

Es posible que necesite realizar una serie de transformaciones en los datos para ponerlos en un 
formato que pueda utilizar en el análisis. Utilice el grupo de transformaciones Series temporales
para transformar los datos de series temporales. Para obtener más información acerca de las 
transformaciones que puede realizar, consulte las siguientes secciones.

Temas

• Agrupación por serie temporal

• Remuestreo de datos de series temporales

• Gestión de datos ausentes de series temporales

• Validar la marca de tiempo de sus datos de series temporales

• Estandarizar la longitud de las series temporales
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• Extracción de características a partir de datos de series temporales

• Uso de características desfasadas en los datos de series temporales

• Crear un rango de fecha y hora en su serie temporal

• Uso de periodos móviles en series temporales

Agrupación por serie temporal

Puede utilizar el agrupamiento por operación para agrupar los datos de series temporales para 
valores específicos de una columna.

Por ejemplo, tiene la siguiente tabla que registra el consumo medio diario de electricidad en un 
domicilio.

Consumo medio diario de electricidad en un domicilio

ID del domicilio Marca de tiempo 
diaria

Consumo de electrici 
dad (kWh)

Número de ocupantes 
del domicilio

household_0 1/1/2020 30 2

household_0 1/2/2020 40 2

household_0 1/4/2020 35 3

household_1 1/2/2020 45 3

household_1 1/3/2020 55 4

Si elige agrupar por ID, obtendrá la siguiente tabla.

El consumo de electricidad se agrupa por ID de domicilio

ID del domicilio Serie de consumo de electrici 
dad (kWh)

Serie de número de ocupantes 
del domicilio

household_0 [30, 40, 35] [2, 2, 3]

household_1 [45, 55] [3, 4]
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Cada entrada de la secuencia de series temporales está ordenada por la marca de tiempo 
correspondiente. El primer elemento de la secuencia corresponde a la primera marca de tiempo de la 
serie. Para household_0, 30 es el primer valor de la Serie de consumo de electricidad. El valor de
30 corresponde a la primera marca de tiempo de 1/1/2020.

Puede incluir la marca de tiempo inicial y la marca de tiempo final. En la siguiente tabla, se muestra 
cómo aparece esa información.

El consumo de electricidad se agrupa por ID de domicilio

ID del domicilio Serie de 
consumo de 
electricidad 
(kWh)

Serie de número 
de ocupantes del 
domicilio

Start_time End_time

household_0 [30, 40, 35] [2, 2, 3] 1/1/2020 1/4/2020

household_1 [45, 55] [3, 4] 1/2/2020 1/3/2020

Puede utilizar el siguiente procedimiento para agrupar por una columna de series temporales.

1. Abra el flujo de datos de Data Wrangler.

2. Si no ha importado su conjunto de datos, hágalo desde la pestaña Importar datos.

3. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

4. Seleccione Agregar paso.

5. Seleccione Serie temporal.

6. En Transformar, elija Agrupar por.

7. Especifique una columna en Agrupar por esta columna.

8. En Aplicar a columnas, especifique un valor.

9. Elija Vista previa para generar una vista previa del análisis.

10. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.
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Remuestreo de datos de series temporales

Los datos de series temporales suelen contener observaciones que no se toman a intervalos 
regulares. Por ejemplo, un conjunto de datos puede tener algunas observaciones que se registran 
cada hora y otras observaciones que se registran cada dos horas.

Muchos análisis, como los algoritmos de pronóstico, requieren que las observaciones se realicen a 
intervalos regulares. El remuestreo le permite establecer intervalos regulares para las observaciones 
de su conjunto de datos.

Puede aumentar o reducir el muestreo de una serie temporal. La reducción del muestreo aumenta 
el intervalo entre las observaciones del conjunto de datos. Por ejemplo, si reduce el muestreo de las 
observaciones que se realizan cada hora o cada dos horas, cada observación del conjunto de datos 
se realiza cada dos horas. Las observaciones horarias se agregan en un único valor mediante un 
método de agregación, como la media o la mediana.

El aumento del muestreo reduce el intervalo entre las observaciones del conjunto de datos. 
Por ejemplo, si aumenta el muestreo de las observaciones que se toman cada dos horas para 
convertirlas en observaciones por hora, puede usar un método de interpolación para inferir 
las observaciones por hora a partir de las que se han realizado cada dos horas. Para obtener 
información sobre los métodos de interpolación, consulte pandas. DataFrame.interpolar.

Puede volver a muestrear datos numéricos y no numéricos.

Utilice la operación Remuestreo para volver a muestrear los datos de series temporales. Si tiene 
varias series temporales en su conjunto de datos, Data Wrangler estandariza el intervalo de tiempo 
para cada serie temporal.

En la siguiente tabla, se muestra un ejemplo de reducción del muestreo de datos de series 
temporales utilizando la media como método de agregación. Los datos del muestreo se reducen de 
cada dos horas a cada hora.

Lecturas de temperatura por hora durante un día antes de la reducción de muestreo

Timestamp Temperatura (Celsius)

12:00 30

1:00 32

2:00 35
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Timestamp Temperatura (Celsius)

3:00 32

4:00 30

Las lecturas de temperatura se redujeron a cada dos horas

Timestamp Temperatura (Celsius)

12:00 30

2:00 33,5

4:00 35

Puede utilizar el siguiente procedimiento para volver a muestrear datos de serie temporal.

1. Abra el flujo de datos de Data Wrangler.

2. Si no ha importado su conjunto de datos, hágalo desde la pestaña Importar datos.

3. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

4. Seleccione Agregar paso.

5. Seleccione Remuestrear.

6. En Marca temporal, elija la columna timestamp.

7. En Unidad de frecuencia, especifique la frecuencia que va a volver a muestrear.

8. (Opcional) Especifique un valor para la Cantidad de frecuencia.

9. Configure la transformación especificando los campos restantes.

10. Elija Vista previa para generar una vista previa del análisis.

11. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Gestión de datos ausentes de series temporales

Si faltan valores en el conjunto de datos, puede elegir una de las siguientes opciones:
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• En el caso de los conjuntos de datos que tienen varias series temporales, elimine las series 
temporales en las que faltan valores superiores al umbral que especifique.

• Impute los valores faltantes en una serie temporal utilizando otros valores de la serie temporal.

La imputación de un valor faltante implica reemplazar los datos especificando un valor o utilizando un 
método inferencial. Estos son los métodos que puede utilizar para la imputación.

• Valor constante: reemplaza todos los datos que faltan en su conjunto de datos por un valor que 
especifique.

• Valor más común: reemplaza todos los datos que faltan por el valor que tenga la frecuencia más 
alta en el conjunto de datos.

• Rellenar hacia delante: utilice un relleno hacia delante para reemplazar los valores faltantes por 
el valor no faltante que precede a los valores faltantes. En la secuencia [2, 4, 7, NaN, NaN, NaN, 
8], todos los valores faltantes se sustituyen por 7. La secuencia que resulta del uso de un relleno 
hacia delante es [2, 4, 7, 7, 7, 7, 8].

• Rellenar hacia atrás: utilice un relleno hacia detrás para reemplazar los valores faltantes por el 
valor no faltante que sigue a los valores faltantes. En la secuencia [2, 4, 7, NaN, NaN, NaN, 8], 
todos los valores faltantes se sustituyen por 8. La secuencia que resulta del uso de un relleno 
hacia atrás es [2, 4, 7, 8, 8, 8, 8].

• Interpolar: utilice una función de interpolación para imputar los valores faltantes. Para obtener 
más información sobre las funciones que puede utilizar para la interpolación, consulte pandas. 
DataFrame.interpolar.

Es posible que algunos de los métodos de imputación no puedan imputar todo el valor que falta en 
el conjunto de datos. Por ejemplo, Rellenar hacia delante no puede imputar un valor faltante que 
aparezca al principio de la serie temporal. Puede imputar los valores utilizando un relleno hacia 
delante o hacia atrás.

Puede imputar los valores faltantes en una celda o en una columna.

En el siguiente ejemplo, se muestra cómo se imputan los valores dentro de una celda.

Consumo de electricidad con valores faltantes

ID del domicilio Serie de consumo de electricidad (kWh)

household_0 [30, 40, 35, NaN, NaN]
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ID del domicilio Serie de consumo de electricidad (kWh)

household_1 [45, NaN, 55]

Consumo de electricidad con valores imputados mediante un relleno hacia delante

ID del domicilio Serie de consumo de electricidad (kWh)

household_0 [30, 40, 35, 35, 35]

household_1 [45, 45, 55]

En el siguiente ejemplo, se muestra cómo se imputan los valores dentro de una columna.

Consumo medio diario de electricidad de un domicilio con valores faltantes

ID del domicilio Consumo de electricidad (kWh)

household_0 30

household_0 40

household_0 NaN

household_1 NaN

household_1 NaN

Consumo medio diario de electricidad en un domicilio, con valores imputados mediante un relleno 
hacia delante

ID del domicilio Consumo de electricidad (kWh)

household_0 30

household_0 40

household_0 40

Datos de transformación 2326



Amazon SageMaker Guía para desarrolladores

ID del domicilio Consumo de electricidad (kWh)

household_1 40

household_1 40

Puede utilizar el siguiente procedimiento para gestionar los valores que faltan.

1. Abra el flujo de datos de Data Wrangler.

2. Si no ha importado su conjunto de datos, hágalo desde la pestaña Importar datos.

3. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

4. Seleccione Agregar paso.

5. Elija Manejo de ausentes.

6. Para el tipo de entrada de series temporales, elija si desea gestionar los valores faltantes dentro 
de una celda o a lo largo de una columna.

7. En Imputar valores faltantes para esta columna, especifique la columna que tiene los valores 
faltantes.

8. En Método para imputar valores, seleccione un método.

9. Configure la transformación especificando los campos restantes.

10. Elija Vista previa para generar una vista previa del análisis.

11. Si faltan valores, puede especificar un método para imputarlos en Método para imputar valores.

12. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Validar la marca de tiempo de sus datos de series temporales

Es posible que tenga datos de marca de tiempo que no sean válidos. Puede usar la función Validar 
marca de tiempo para determinar si las marcas de tiempo de su conjunto de datos son válidas. La 
marca de tiempo puede no ser válida por uno o varios de los motivos siguientes:

• Faltan valores en la columna de marca de tiempo.

• Los valores de la columna de marca de tiempo no tienen el formato correcto.
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Si tiene marcas de tiempo no válidas en su conjunto de datos, no podrá realizar el análisis 
correctamente. Puede usar Data Wrangler para identificar las marcas de tiempo no válidas y saber 
dónde debe limpiar sus datos.

La validación de series temporales funciona de dos maneras:

Puede configurar Data Wrangler para realizar una de las siguientes acciones si encuentra valores 
faltantes en el conjunto de datos:

• Descarte las filas en las que falten valores o haya valores no válidos.

• Identifique las filas en las que falten valores o haya valores no válidos.

• Lance un error si encuentra algún valor faltante o no válido en el conjunto de datos.

Puede validar las marcas de tiempo en las columnas del tipo timestamp o string. Si la columna 
tiene el tipo string, Data Wrangler convierte el tipo de columna a timestamp y realiza la 
validación.

Puede utilizar el siguiente procedimiento para validar las marcas de tiempo de su conjunto de datos.

1. Abra el flujo de datos de Data Wrangler.

2. Si no ha importado su conjunto de datos, hágalo desde la pestaña Importar datos.

3. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

4. Seleccione Agregar paso.

5. Seleccione Validar marcas de tiempo.

6. En Columna marca de tiempo, elija la columna marca de tiempo.

7. En Política, elija si desea gestionar las marcas de tiempo que faltan.

8. (Opcional) En Columna de salida, especifique un nombre para la columna de salida.

9. Si la columna de fecha y hora está formateada para el tipo de cadena, elija Transmitir a fecha y 
hora.

10. Elija Vista previa para generar una vista previa del análisis.

11. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.
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Estandarizar la longitud de las series temporales

Si tiene datos de series temporales almacenados como matrices, puede estandarizar cada serie 
temporal con la misma longitud. La estandarización de la longitud de la matriz de series temporales 
podría facilitar la realización del análisis de los datos.

Puede estandarizar las series temporales para las transformaciones de datos que requieren que la 
longitud de los datos sea fija.

Muchos algoritmos de ML requieren que aplane los datos de las series temporales antes de usarlos. 
Aplanar los datos de series temporales consiste en separar cada valor de la serie temporal en su 
propia columna de un conjunto de datos. El número de columnas de un conjunto de datos no puede 
cambiar, por lo que es necesario estandarizar las longitudes de las series temporales antes de 
aplanar cada matriz en un conjunto de características.

Cada serie temporal se establece de acuerdo con la longitud que se especifique como cuantil o 
percentil del conjunto de series temporales. Por ejemplo, puede tener tres secuencias que tengan las 
siguientes longitudes:

• 3

• 4

• 5

Puede establecer la longitud de todas las secuencias como la longitud de la secuencia que tenga la 
longitud del percentil número 50.

A las matrices de series temporales que son más cortas que la longitud que especificó se les 
agregan los valores faltantes. Lo que sigue es un ejemplo de formato de estandarización de la serie 
temporal a una longitud mayor: [2, 4, 5, NaN, NaN].

Puede utilizar diferentes métodos para gestionar los valores faltantes. Para obtener más información 
sobre estos métodos, consulte Gestión de datos ausentes de series temporales.

Las matrices de series temporales que son más largas que la longitud especificada se truncan.

Puede utilizar el siguiente procedimiento para estandarizar la longitud de la serie temporal.

1. Abra el flujo de datos de Data Wrangler.

2. Si no ha importado su conjunto de datos, hágalo desde la pestaña Importar datos.
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3. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

4. Seleccione Agregar paso.

5. Elija Estandarizar longitud.

6. En Estandarizar la longitud de la serie temporal de la columna, elija una columna.

7. (Opcional) En Columna de salida, especifique un nombre para la columna de salida. Si no 
especifica un nombre, la transformación se realiza en ese lugar.

8. Si la columna de fecha y hora está formateada para el tipo de cadena, elija Transmitir a fecha y 
hora.

9. Elija un Cuantil de corte y especifique un cuantil para establecer la longitud de la secuencia.

10. Seleccione Aplanar la salida para extraer los valores de la serie temporal en columnas 
independientes.

11. Elija Vista previa para generar una vista previa del análisis.

12. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Extracción de características a partir de datos de series temporales

Si está ejecutando un algoritmo de clasificación o regresión en los datos de series temporales, 
le recomendamos que extraiga las características de las series temporales antes de ejecutar el 
algoritmo. La extracción de características podría mejorar el rendimiento del algoritmo.

Utilice las siguientes opciones para elegir cómo desea extraer las características de los datos:

• Utilice el subconjunto mínimo para especificar la extracción de 8 características que usted 
considere útiles para los análisis posteriores. Puede utilizar un subconjunto mínimo cuando 
necesite realizar cálculos rápidamente. También puede usarlo cuando su algoritmo de ML tenga 
un alto riesgo de sobreajuste y desee proporcionarle menos características.

• Utilice el subconjunto eficiente para especificar la extracción de la mayor cantidad de posible de 
características sin extraer en sus análisis las características que requieran un uso intensivo de 
recursos computacionales.

• Utilice Todas las características para especificar la extracción de todas las características de la 
serie de ajustes.

• Utilice el subconjunto manual para elegir una lista de características que, en su opinión, explican 
bien la variación de los datos.

Utilice el siguiente procedimiento para extraer características de los datos de series temporales.
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1. Abra el flujo de datos de Data Wrangler.

2. Si no ha importado su conjunto de datos, hágalo desde la pestaña Importar datos.

3. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

4. Seleccione Agregar paso.

5. Seleccione Extraer características.

6. En Extraer características para esta columna, seleccione una columna.

7. (Opcional) Seleccione Aplanar para extraer las características en columnas independientes.

8. En Estrategia, elija una estrategia para extraer las características.

9. Elija Vista previa para generar una vista previa del análisis.

10. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Uso de características desfasadas en los datos de series temporales

En muchos casos de uso, la mejor manera de predecir el comportamiento futuro de una serie 
temporal es usar su comportamiento más reciente.

Los usos más comunes de las características desfasadas son los siguientes:

• Recopilación de algunos valores pasados. Por ejemplo, para el tiempo t + 1, se recopila t, t - 1, t - 2 
y t - 3.

• Recopilación de valores que corresponden al comportamiento estacional de los datos. Por 
ejemplo, para predecir la ocupación de un restaurante a las 13:00 horas, puede utilizar las 
características a partir de las 13:00 horas del día anterior. El uso de las características a partir de 
las 12:00 o las 11:00 del mismo día puede no ser tan predictivo como el uso de las características 
de los días anteriores.

1. Abra el flujo de datos de Data Wrangler.

2. Si no ha importado su conjunto de datos, hágalo desde la pestaña Importar datos.

3. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

4. Seleccione Agregar paso.

5. Seleccione Características con retraso.

6. En Generar características con retraso para esta columna, seleccione una columna.

7. En Columna marca de tiempo, elija la columna con las marcas de tiempo.
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8. En Retraso, especifique la duración del retraso.

9. (Opcional) Configure la salida mediante una de las siguientes opciones:

• Incluir toda el plazo de retraso

• Aplanar la salida

• Descartar filas sin historial

10. Elija Vista previa para generar una vista previa del análisis.

11. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Crear un rango de fecha y hora en su serie temporal

Es posible que tenga datos de series temporales que no tengan marcas de tiempo. Si sabe que las 
observaciones se realizaron a intervalos regulares, puede generar marcas temporales para las series 
temporales en una columna independiente. Para generar marcas de tiempo, especifique el valor de 
la marca de tiempo de inicio y la frecuencia de las marcas de tiempo.

Por ejemplo, puede tener los siguientes datos de series temporales para el número de clientes de un 
restaurante.

Datos de series temporales sobre el número de clientes de un restaurante

Número de clientes

10

14

24

40

30

20

Si sabe que el restaurante abre a las 17:00 y que las observaciones se realizan cada hora, puede 
añadir una columna de fecha y hora que corresponda a los datos de la serie temporal. Puede 
consultar la columna de marca de tiempo en la siguiente tabla.
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Datos de series temporales sobre el número de clientes de un restaurante

Número de clientes Timestamp

10 13:00

14 14:00

24 15:00

40 16:00

30 17:00

20 18:00

Utilice el siguiente procedimiento para agregar un rango de fechas y horas a los datos.

1. Abra el flujo de datos de Data Wrangler.

2. Si no ha importado su conjunto de datos, hágalo desde la pestaña Importar datos.

3. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

4. Seleccione Agregar paso.

5. Elija un rango de fecha y hora.

6. En Tipo de frecuencia, elija la unidad utilizada para medir la frecuencia de las marcas de tiempo.

7. En Marca de tiempo de inicio, especifique la marca de tiempo de inicio.

8. En Columna de salida, especifique un nombre para la columna de salida.

9. (Opcional) Configure la salida con los campos restantes.

10. Elija Vista previa para generar una vista previa del análisis.

11. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Uso de periodos móviles en series temporales

Puede extraer características a lo largo de un periodo de tiempo. Por ejemplo, para el tiempo t
(con una longitud de periodo temporal de 3), para la fila que indica la marca temporal número
t, agregamos las características que se extraen de la serie temporal en los momentos t - 3, t -2 
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y t - 1. Para obtener información sobre la extracción de características, consulte Extracción de 
características a partir de datos de series temporales.

Puede utilizar el siguiente procedimiento para extraer características durante un periodo de tiempo.

1. Abra el flujo de datos de Data Wrangler.

2. Si no ha importado su conjunto de datos, hágalo desde la pestaña Importar datos.

3. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar transformación.

4. Seleccione Agregar paso.

5. Seleccione las Características de periodo móvil.

6. En Generar características de periodo móvil para esta columna, seleccione una columna.

7. En Columna marca de tiempo, elija la columna con las marcas de tiempo.

8. (Opcional) En Columna de salida, especifique un nombre para la columna de salida.

9. En Tamaño del periodo, especifique el tamaño del periodo.

10. En Estrategia, elija una estrategia de extracción.

11. Elija Vista previa para generar una vista previa del análisis.

12. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Caracterizar la fecha y la hora

Utilice Caracterizar fecha/hora para crear una incrustación vectorial que represente un campo de 
fecha y hora. Para utilizar esta transformación, los datos de fecha y hora deben estar en uno de los 
siguientes formatos.

• Cadenas que describen la fecha y hora, como "January 1st, 2020, 12:44pm".

• Una marca de tiempo de Unix: una marca de tiempo de Unix describe el número de segundos, 
milisegundos, microsegundos o nanosegundos desde el 1 de enero de 1970.

Puede elegir Inferir el formato de fecha y hora y proporcionar un Formato de fecha y hora. Si 
proporciona un formato de fecha y hora, debe usar los códigos descritos en la documentación de 
Python. Las opciones que seleccione para estas dos configuraciones tienen implicaciones en la 
velocidad de la operación y en los resultados finales.

• La opción más manual y rápida desde el punto de vista computacional es especificar un formato de 
fecha y hora y seleccionar No en Inferir el formato de fecha y hora.
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• Para reducir el trabajo manual, puede elegir Inferir el formato de fecha y hora en lugar de 
especificar un formato de fecha y hora. También es una operación rápida desde el punto de vista 
computacional; sin embargo, asume que el primer formato de fecha y hora que se encuentre en la 
columna de entrada será el formato de toda la columna. Si hay otros formatos en la columna, estos 
valores son NaN en la salida final. Si se infiere el formato de fecha y hora, se pueden obtener 
cadenas sin analizar.

• Si no especifica un formato y selecciona No para inferir el formato de fecha y hora, obtendrá los 
resultados más sólidos. Se analizan todas las cadenas de fecha y hora válidas. Sin embargo, esta 
operación puede ser un orden de magnitud más lenta que las dos primeras opciones de esta lista.

Al utilizar esta transformación, se especifica una columna de entrada que contiene datos de fecha 
y hora en uno de los formatos enumerados anteriormente. La transformación crea una columna de 
salida denominada Nombre de columna de salida. El formato de la columna de salida depende de 
que la configuración use lo siguiente.

• Vector: genera una sola columna como un vector.

• Columnas: crea una nueva columna para cada característica. Por ejemplo, si la salida contiene un 
año, un mes y un día, se crean tres columnas independientes para el año, el mes y el día.

Además, debe elegir un Modo de incrustación. Para los modelos lineales y las redes profundas, se 
recomienda elegir el cíclico. Para los algoritmos basados en árboles, recomendamos elegir ordinal.

Formatear cadena

Las transformaciones Formatear cadena contienen operaciones de formato de cadenas estándar. 
Por ejemplo, puede utilizar estas operaciones para eliminar caracteres especiales, normalizar la 
longitud de las cadenas y actualizar las mayúsculas y minúsculas de las cadenas.

Este grupo de características contiene las siguientes transformaciones. Todas las transformaciones 
devuelven copias de las cadenas de la columna de entrada y añaden el resultado a una nueva 
columna de salida.

Name Función

Left pad Relleno a la izquierda de la cadena con un
carácter de relleno determinado y hasta el
ancho indicado. Si la cadena es más larga que 
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Name Función

el ancho, el valor devuelto se acorta al número 
de caracteres de ancho.

Right pad Relleno a la derecha de la cadena con un
carácter de relleno determinado y hasta el
ancho indicado. Si la cadena es más larga que 
el ancho, el valor devuelto se acorta al número 
de caracteres de ancho.

Center (relleno a ambos lados) Relleno en el centro de la cadena (añade 
relleno a ambos lados de la cadena) con un
carácter de relleno determinado del ancho
indicado. Si la cadena es más larga que el
ancho, el valor devuelto se acorta al número de 
caracteres de ancho.

Prepend zeros Relleno a la izquierda de una cadena numérica 
con ceros, hasta un ancho determinado. Si la 
cadena es más larga que el ancho, el valor 
devuelto se acorta al número de caracteres de
ancho.

Strip left and right Devuelve una copia de la cadena sin los 
caracteres iniciales ni finales.

Strip characters from left Devuelve una copia de la cadena sin los 
caracteres iniciales.

Strip characters from right Devuelve una copia de la cadena sin los 
caracteres finales.

Lower case Convierte todas las letras del texto a minúscula 
s.

Upper case Convierte todas las letras del texto a 
mayúsculas.
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Name Función

Capitalize Escribe en mayúscula la primera letra de cada 
oración.

Swap case Convierte todas las mayúsculas en minúscula 
s y todas las minúsculas en mayúsculas en la 
cadena y la devuelve.

Add prefix or suffix Añade un prefijo y un sufijo a la columna de 
cadena. Debe especificar, al menos, un prefijo
o un sufijo.

Remove symbols Elimina los símbolos determinados de una 
cadena. Se eliminan todos los caracteres de la 
lista. El valor predeterminado es el espacio en 
blanco.

Gestionar valores atípicos

Los modelos de machine learning son sensibles a la distribución y el rango de los valores de sus 
características. Los valores atípicos, o valores poco frecuentes, pueden afectar negativamente a la 
precisión del modelo y provocar tiempos de entrenamiento más prolongados. Utilice este grupo de 
características para detectar y actualizar los valores atípicos en su conjunto de datos.

Al definir un paso de transformación Gestionar valores atípicos, las estadísticas utilizadas para 
detectar valores atípicos se generan a partir de los datos disponibles en Data Wrangler al definir este 
paso. Estas mismas estadísticas se utilizan cuando se ejecuta un trabajo de Data Wrangler.

Utilice las siguientes secciones para obtener más información sobre las transformaciones que 
contiene este grupo. Usted especifica un nombre de salida y cada una de estas transformaciones 
genera una columna de salida con los datos resultantes.

Valores atípicos de desviación estándar sólida

Esta transformación detecta y corrige los valores atípicos en las características numéricas mediante 
estadísticas resistentes a valores atípicos.
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Debe definir un cuantil superior y un cuantil inferior para las estadísticas utilizadas para calcular los 
valores atípicos. También debe especificar el número de desviaciones estándar desde las que un 
valor debe variar de la media para que se considere un valor atípico. Por ejemplo, si especifica 3 
para Desviaciones estándar, un valor debe estar a más de 3 desviaciones estándar de la media para 
que se considere un valor atípico.

El Método de resolución es el método que se utiliza para gestionar los valores atípicos cuando se 
detectan. Puede elegir entre las siguientes opciones:

• Recortar: utilice esta opción para recortar los valores atípicos al límite de detección de valores 
atípicos correspondiente.

• Eliminar: utilice esta opción para eliminar las filas con valores atípicos del marco de datos.

• Invalidar: utilice esta opción para reemplazar los valores atípicos por valores no válidos.

Valores atípicos de desviación estándar

Esta transformación detecta y corrige los valores atípicos en las características numéricas mediante 
la media y la desviación estándar.

Usted especifica el número de desviaciones estándar que debe separar a un valor de la media para 
que se considere un valor atípico. Por ejemplo, si especifica 3 para Desviaciones estándar, un valor 
debe estar a más de 3 desviaciones estándar de la media para que se considere un valor atípico.

El Método de resolución es el método que se utiliza para gestionar los valores atípicos cuando se 
detectan. Puede elegir entre las siguientes opciones:

• Recortar: utilice esta opción para recortar los valores atípicos al límite de detección de valores 
atípicos correspondiente.

• Eliminar: utilice esta opción para eliminar las filas con valores atípicos del marco de datos.

• Invalidar: utilice esta opción para reemplazar los valores atípicos por valores no válidos.

Valores atípicos numéricos cuantiles

Utilice esta transformación para detectar y corregir valores atípicos en entidades numéricas mediante 
cuantiles. Puede definir un cuantil superior y un cuantil inferior. Todos los valores que están por 
encima del cuantil superior o por debajo del cuantil inferior se consideran valores atípicos.
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El Método de resolución es el método que se utiliza para gestionar los valores atípicos cuando se 
detectan. Puede elegir entre las siguientes opciones:

• Recortar: utilice esta opción para recortar los valores atípicos al límite de detección de valores 
atípicos correspondiente.

• Eliminar: utilice esta opción para eliminar las filas con valores atípicos del marco de datos.

• Invalidar: utilice esta opción para reemplazar los valores atípicos por valores no válidos.

Valores atípicos numéricos mínimos y máximos

Esta transformación detecta y corrige los valores atípicos en las características numéricas mediante 
un umbral superior e inferior. Utilice este método si conoce los valores límite que marcan los valores 
atípicos.

Debe especificar un umbral superior y un umbral inferior; si los valores están por encima o por debajo 
de esos umbrales, respectivamente, se consideran valores atípicos.

El Método de resolución es el método que se utiliza para gestionar los valores atípicos cuando se 
detectan. Puede elegir entre las siguientes opciones:

• Recortar: utilice esta opción para recortar los valores atípicos al límite de detección de valores 
atípicos correspondiente.

• Eliminar: utilice esta opción para eliminar las filas con valores atípicos del marco de datos.

• Invalidar: utilice esta opción para reemplazar los valores atípicos por valores no válidos.

Sustituir poco frecuentes

Cuando utiliza la transformación Sustituir poco frecuentes, especifica un umbral; Data Wrangler 
busca todos los valores que lo cumplen y los reemplaza por la cadena que haya especificado. Por 
ejemplo, es posible que desee utilizar esta transformación para clasificar todos los valores atípicos 
de una columna en la categoría “Otros”.

• Cadena de reemplazo: la cadena con la que se reemplazan los valores atípicos.

• Umbral absoluto: una categoría es poco frecuente si el número de instancias es inferior o igual a 
este umbral absoluto.

• Umbral de fracción: una categoría es poco frecuente si el número de instancias es inferior o igual a 
este umbral de fracción multiplicado por el número de filas.
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• Máximo de categorías comunes: número máximo de categorías no poco frecuentes que 
permanecen después de la operación. Si el umbral no filtra suficientes categorías, las que tienen 
el mayor número de apariciones se clasifican como no poco frecuentes. Si se establece en 0 (valor 
predeterminado), no hay un límite estricto en cuanto al número de categorías.

Gestión de valores que faltan

Los valores faltantes son frecuentes en los conjuntos de datos de machine learning. En algunas 
situaciones, es apropiado imputar los datos faltantes a un valor calculado, como un valor 
promedio o categóricamente común. Puede procesar los valores faltantes mediante el grupo de 
transformaciones Gestión de valores que faltan. Este grupo de características contiene las siguientes 
transformaciones.

Rellenar faltantes

Use la transformación Rellenar faltantes para reemplazar los valores faltantes por un valor de relleno
que usted defina.

Imputar faltantes

Utilice la transformación Imputar faltantes para crear una nueva columna que contenga valores 
imputados donde se encontraron valores faltantes en los datos numéricos y categóricos de entrada. 
La configuración depende del tipo de datos.

Para los datos numéricos, elija una estrategia de imputación: la estrategia utilizada para determinar 
el nuevo valor que se va a imputar. Puede optar por imputar la media o la mediana a los valores que 
están presentes en su conjunto de datos. Data Wrangler usa el valor que calcula para imputar los 
valores faltantes.

Para los datos categóricos, Data Wrangler imputa los valores faltantes utilizando el valor más 
frecuente de la columna. Para imputar una cadena personalizada, use la transformación Rellenar 
faltantes.

Agregar indicador de faltante

Utilice la transformación Agregar indicador de faltante para crear una nueva columna indicadora 
que contenga un booleano "false" si una fila contiene un valor o un booleano "true" si una fila 
contiene un valor faltante.
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Descartar faltantes

Utilice la opción Descartar faltantes para descartar las filas que contienen valores faltantes en la
columna de entrada.

Administrar columnas

Puede usar las siguientes transformaciones para actualizar y administrar rápidamente las columnas 
de su conjunto de datos:

Name Función

Descartar columnas Eliminar una columna.

Duplicar columna Duplicar una columna.

Cambiar el nombre de las columnas Cambiar el nombre de una columna.

Mover columna Mover la ubicación de una columna en el 
conjunto de datos. Elija mover la columna al 
principio o al final del conjunto de datos, antes 
o después de una columna de referencia, o a 
un índice específico.

Administrar filas

Utilice este grupo de transformación para realizar rápidamente operaciones de ordenación y mezcla 
de filas. Este grupo contiene lo siguiente:

• Ordenar: ordena todo el marco de datos por una columna determinada. Seleccione la casilla de 
verificación situada junto a Orden ascendente para esta opción; de lo contrario, anule la selección 
de la casilla y se utilizará el orden descendente para ordenar.

• Mezclar: mezcla aleatoriamente todas las filas del conjunto de datos.

Administrar vectores

Utilice este grupo de transformación para combinar o aplanar columnas vectoriales. Este grupo de 
características contiene las siguientes transformaciones.
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• Ensamblar: use esta transformación para combinar vectores de Spark y datos numéricos en una 
sola columna. Por ejemplo, puede combinar tres columnas: dos que contienen datos numéricos y 
una que contiene vectores. Agregue todas las columnas que desee combinar en las columnas de 
entrada y especifique un nombre de columna de salida para los datos combinados.

• Aplanar: utilice esta transformación para aplanar una sola columna que contenga datos vectoriales. 
La columna de entrada debe contener PySpark vectores u objetos tipo matriz. Puede controlar el 
número de columnas creadas especificando un método para detectar el número de salidas. Por 
ejemplo, si selecciona Longitud del primer vector, el número de elementos del primer vector o 
matriz válido que se encuentre en la columna determina el número de columnas de salida que se 
crean. Todos los demás vectores de entrada con demasiados elementos se truncan. Las entradas 
con muy pocos elementos se rellenan con. NaNs

También se especifica un prefijo de salida, que se utiliza como prefijo para cada columna de 
salida.

Procesar numéricos

Utilice el grupo de características Procesar numéricos para procesar datos numéricos. Cada valor 
escalar de este grupo se define mediante la biblioteca Spark. Se admiten los siguientes valores 
escalares:

• Escalador estándar: estandariza la columna de entrada restando la media de cada valor y 
escalando a la varianza unitaria. Para obtener más información, consulta la documentación de 
Spark para StandardScaler.

• Escalador robusto: escala la columna de entrada mediante estadísticas resistentes a los valores 
atípicos. Para obtener más información, consulta la documentación de Spark para RobustScaler.

• Escalador mínimo y máximo: transforme la columna de entrada mediante el escalado de cada 
característica a un rango determinado. Para obtener más información, consulta la documentación 
de Spark para MinMaxScaler.

• Escalador absoluto máximo: escala la columna de entrada dividiendo cada valor entre el valor 
absoluto máximo. Para obtener más información, consulta la documentación de Spark para
MaxAbsScaler.
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Muestreo

Después de importar los datos, puede usar el transformador de muestreo para tomar una o más 
muestras de los mismos. Cuando usa el transformador de muestreo, Data Wrangler toma muestras 
de su conjunto de datos original.

Puede usar uno de los métodos de muestreo siguientes.

• Límite: toma muestras del conjunto de datos desde la primera fila hasta el límite que especifique.

• Aleatorio: toma una muestra aleatoria del tamaño que especifique.

• Estratificado: toma una muestra aleatoria estratificada.

Puede estratificar una muestra aleatoria para asegurarse de que representa la distribución original 
del conjunto de datos.

Es posible que esté preparando datos para varios casos de uso. Para cada caso de uso, puede 
tomar una muestra diferente y aplicar un conjunto diferente de transformaciones.

El siguiente procedimiento describe el proceso de creación de una muestra aleatoria.

Para tomar una muestra aleatoria de los datos.

1. Seleccione +, a la derecha del conjunto de datos que ha importado. El nombre del conjunto de 
datos se encuentra debajo del signo +.

2. Seleccione Agregar transformación.

3. Seleccione Muestreo.

4. En Método de muestreo, elija el método de muestreo.

5. En Tamaño aproximado de la muestra, elija el número aproximado de observaciones que desee 
incluir en la muestra.

6. (Opcional) Especifique un número entero para Inicio aleatorio a fin de crear una muestra 
reproducible.

El siguiente procedimiento describe el proceso de creación de una muestra estratificada.

Para tomar una muestra estratificada de sus datos.

1. Seleccione +, a la derecha del conjunto de datos que ha importado. El nombre del conjunto de 
datos se encuentra debajo del signo +.
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2. Seleccione Agregar transformación.

3. Seleccione Muestreo.

4. En Método de muestreo, elija el método de muestreo.

5. En Tamaño aproximado de la muestra, elija el número aproximado de observaciones que desee 
incluir en la muestra.

6. En Estratificar columna, especifique el nombre de la columna en la que desea estratificar.

7. (Opcional) Especifique un número entero para Inicio aleatorio a fin de crear una muestra 
reproducible.

Buscar y editar

Utilice esta sección para buscar y editar patrones específicos dentro de las cadenas. Por ejemplo, 
puede buscar y actualizar cadenas dentro de oraciones o documentos, dividir cadenas por 
delimitadores y buscar las apariciones de cadenas específicas.

Las siguientes transformaciones se admiten en Buscar y editar. Todas las transformaciones 
devuelven copias de las cadenas de la columna de entrada y añaden el resultado a una nueva 
columna de salida.

Name Función

Buscar subcadena Devuelve el índice de la primera aparición de 
la subcadena que ha buscado. Puede iniciar 
y finalizar la búsqueda en Iniciar y Finalizar
 respectivamente.

Buscar subcadena (desde la derecha) Devuelve el índice de la última aparición de 
la subcadena que ha buscado. Puede iniciar 
y finalizar la búsqueda en Iniciar y Finalizar
 respectivamente.

Coincidencia con el prefijo Devuelve un valor booleano si la cadena 
contiene un patrón determinado. Un patrón 
puede ser una secuencia de caracteres o una 
expresión regular. Si lo desea, puede hacer 
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Name Función

que el patrón distinga entre mayúsculas y 
minúsculas.

Buscar todas las apariciones Devuelve una matriz con todas las aparicion 
es de un patrón dado. Un patrón puede ser 
una secuencia de caracteres o una expresión 
regular.

Extraer con expresión regular Devuelve una cadena que coincide con un 
patrón de expresiones regulares determinado.

Extraer entre delimitadores Devuelve una cadena con todos los caracteres 
encontrados entre el delimitador izquierdo y el
delimitador derecho.

Extraer de la posición Devuelve una cadena, empezando por la
posición inicial de la cadena de entrada, que 
contiene todos los caracteres hasta la posición 
inicial más la longitud.

Buscar y reemplazar la subcadena Devuelve una cadena con todas las coinciden 
cias de un patrón determinado (expresión 
regular) reemplazadas por una cadena de 
reemplazo.

Sustituir entre delimitadores Devuelve una cadena con la subcadena que 
se encuentra entre la primera aparición de un
delimitador izquierdo y la última aparición de un
delimitador derecho, sustituida por una cadena 
de reemplazo. Si no se encuentran coinciden 
cias, no se reemplaza nada.
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Name Función

Sustituir desde la posición Devuelve una cadena con la subcadena entre 
la posición inicial y la posición inicial más 
la longitud, reemplazada por la cadena de 
reemplazo. Si la posición inicial más la longitud
es mayor que la longitud de la cadena de 
reemplazo, la salida contiene ...

Convertir expresión regular a faltante Convierte una cadena en None si no es válida 
y devuelve el resultado. La validez se define 
con una expresión regular en Patrón.

Dividir cadena por el delimitador Devuelve una matriz de cadenas desde la 
cadena de entrada, dividida por un delimitad 
or, con hasta el número máximo de divisione 
s (opcional). El delimitador tiene como valor 
predeterminado un espacio en blanco.

Dividir datos

Use la transformación Dividir datos para dividir el conjunto de datos en dos o tres conjuntos de datos. 
Por ejemplo, puede dividir el conjunto de datos en un conjunto de datos que se utilice para entrenar 
el modelo y un conjunto de datos que se utilice para probarlo. Puede determinar la proporción del 
conjunto de datos que se incluye en cada división. Por ejemplo, si está dividiendo un conjunto de 
datos en dos conjuntos de datos, el conjunto de datos de entrenamiento puede contener el 80 % de 
los datos, mientras que el conjunto de datos de prueba tiene el 20 %.

Al dividir los datos en tres conjuntos de datos, podrá crear conjuntos de datos de entrenamiento, 
validación y prueba. Puede ver el rendimiento del modelo en el conjunto de datos de prueba si 
elimina la columna de destino.

Su caso de uso determina qué parte del conjunto de datos original obtiene cada uno de sus 
conjuntos de datos y el método que utiliza para dividir los datos. Por ejemplo, es posible que desee 
usar una división estratificada para asegurarse de que la distribución de las observaciones en la 
columna de destino sea la misma en todos los conjuntos de datos. Puede usar una de las siguientes 
transformaciones.
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• División aleatoria: cada división es una muestra aleatoria y no superpuesta del conjunto de datos 
original. Para conjuntos de datos más grandes, el uso de una división aleatoria puede resultar 
costoso desde el punto de vista computacional y llevar más tiempo que una división ordenada.

• División ordenada: divide el conjunto de datos en función del orden secuencial de las 
observaciones. Por ejemplo, en el caso de una división 80/20 entre entrenamiento y prueba, 
las primeras observaciones que constituyen el 80 % del conjunto de datos se destinan al 
entrenamiento. El último 20 % de las observaciones se destina al conjunto de datos de prueba. Las 
divisiones ordenadas son eficaces a la hora de mantener el orden existente de los datos entre las 
divisiones.

• División estratificada: divide el conjunto de datos para garantizar que el número de observaciones 
de la columna de entrada tenga una representación proporcional. En una columna de entrada con 
las observaciones 1, 1, 1, 1, 1, 1, 2, 2, 2, 2, 2, 2, 2, 2, 3, 3, 3, 3, 3, 3, 3, una división de 80/20 en 
la columna significaría que aproximadamente el 80 % de los 1, el 80 % de los 2 y el 80 % de los 
3 van al conjunto de entrenamiento. Aproximadamente el 20 % de cada tipo de observación se 
destina al conjunto de pruebas.

• Dividir por clave: evita que los datos con la misma clave aparezcan en más de una división. Por 
ejemplo, si tiene un conjunto de datos con la columna “customer_id” y lo utiliza como clave, no 
habrá ningún identificador de cliente en más de una división.

Después de dividir los datos, puede aplicar transformaciones adicionales a cada conjunto de datos. 
En la mayoría de los casos de uso, no son necesarios.

Data Wrangler calcula las proporciones de las divisiones para garantizar el rendimiento. Puede elegir 
un umbral de error para establecer la precisión de las divisiones. Los umbrales de error más bajos 
reflejan con mayor precisión las proporciones que se especifican para las divisiones. Si establece un 
umbral de error más alto, obtendrá un mejor rendimiento, pero una menor precisión.

Para dividir perfectamente los datos, establezca el umbral de error en 0. Puede especificar un umbral 
entre 0 y 1 para mejorar el rendimiento. Si especifica un valor mayor que 1, Data Wrangler interpreta 
ese valor como 1.

Si tiene 10 000 filas en su conjunto de datos y especifica una división de 80/20 con un error de 0,001, 
obtendrá observaciones que se aproximan a uno de los siguientes resultados:

• 8010 observaciones en el conjunto de entrenamiento y 1990 en el conjunto de prueba.

• 7990 observaciones en el conjunto de entrenamiento y 2010 en el conjunto de prueba.

Datos de transformación 2347



Amazon SageMaker Guía para desarrolladores

El número de observaciones del conjunto de pruebas del ejemplo anterior está en el intervalo entre 
8010 y 7990.

De forma predeterminada, Data Wrangler utiliza una semilla (o inicio) aleatoria para hacer que las 
divisiones sean reproducibles. Puede especificar un valor diferente para la semilla a fin de crear una 
división reproducible diferente.

Randomized split

Utilice el siguiente procedimiento para realizar una división aleatoria en el conjunto de datos.

Para dividir el conjunto de datos de forma aleatoria, haga lo siguiente

1. Elija el signo +, situado junto al nodo que contiene el conjunto de datos que va a dividir.

2. Seleccione Agregar transformación.

3. Elija Dividir datos.

4. (Opcional) En Divisiones, especifique los nombres y las proporciones de cada división. La 
suma de las proporciones debe ser 1.

5. (Opcional) Seleccione + para crear una división adicional.

• Especifique los nombres y las proporciones de todas las divisiones. La suma de las 
proporciones debe ser 1.

6. (Opcional) Especifique un valor para Umbral de error distinto del valor predeterminado.

7. (Opcional) Especifique un valor para la Semilla aleatoria.

8. Seleccione Preview (Versión preliminar).

9. Elija Añadir.

Ordered split

Utilice el siguiente procedimiento para realizar una división ordenada en el conjunto de datos.

Para realizar una división ordenada en su conjunto de datos, haga lo siguiente.

1. Elija el signo +, situado junto al nodo que contiene el conjunto de datos que va a dividir.

2. Seleccione Agregar transformación.

3. En Transformar, seleccione División ordenada.

4. Elija Dividir datos.
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5. (Opcional) En Divisiones, especifique los nombres y las proporciones de cada división. La 
suma de las proporciones debe ser 1.

6. (Opcional) Seleccione + para crear una división adicional.

• Especifique los nombres y las proporciones de todas las divisiones. La suma de las 
proporciones debe ser 1.

7. (Opcional) Especifique un valor para Umbral de error distinto del valor predeterminado.

8. (Opcional) En Columna de entrada, especifique una columna con valores numéricos. Utilice 
los valores de las columnas para deducir qué registros hay en cada división. Los valores más 
pequeños se encuentran en una división y los valores más grandes en las otras divisiones.

9. (Opcional) Seleccione Gestionar duplicados para añadir ruido a los valores duplicados y 
crear un conjunto de datos de valores totalmente únicos.

10. (Opcional) Especifique un valor para la Semilla aleatoria.

11. Seleccione Preview (Versión preliminar).

12. Elija Añadir.

Stratified split

Utilice el siguiente procedimiento para realizar una división estratificada en el conjunto de datos.

Para realizar una división estratificada en su conjunto de datos, haga lo siguiente.

1. Elija el signo +, situado junto al nodo que contiene el conjunto de datos que va a dividir.

2. Seleccione Agregar transformación.

3. Elija Dividir datos.

4. En Transformar, elija División estratificada.

5. (Opcional) En Divisiones, especifique los nombres y las proporciones de cada división. La 
suma de las proporciones debe ser 1.

6. (Opcional) Seleccione + para crear una división adicional.

• Especifique los nombres y las proporciones de todas las divisiones. La suma de las 
proporciones debe ser 1.

7. En Columna de entrada, especifique una columna con hasta 100 valores únicos. Data 
Wrangler no puede estratificar una columna con más de 100 valores únicos.
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8. (Opcional) Especifique un valor para Umbral de error distinto del valor predeterminado.

9. (Opcional) Especifique un valor en Semilla aleatoria para especificar una semilla diferente.

10. Seleccione Preview (Versión preliminar).

11. Elija Añadir.

Split by column keys

Utilice el siguiente procedimiento para dividir el conjunto de datos por las claves de las columnas.

Para dividir el conjunto de datos por las claves de columna, haga lo siguiente.

1. Elija el signo +, situado junto al nodo que contiene el conjunto de datos que va a dividir.

2. Seleccione Agregar transformación.

3. Elija Dividir datos.

4. En Transformar, selecciona Dividir por clave.

5. (Opcional) En Divisiones, especifique los nombres y las proporciones de cada división. La 
suma de las proporciones debe ser 1.

6. (Opcional) Seleccione + para crear una división adicional.

• Especifique los nombres y las proporciones de todas las divisiones. La suma de las 
proporciones debe ser 1.

7. En el caso de las columnas clave, especifique las columnas con valores que no desee que 
aparezcan en ambos conjuntos de datos.

8. (Opcional) Especifique un valor para Umbral de error distinto del valor predeterminado.

9. Seleccione Preview (Versión preliminar).

10. Elija Añadir.

Analizar valor como tipo

Use esta transformación para convertir una columna en un nuevo tipo. Los tipos de datos de Data 
Wrangler compatibles son los siguientes:

• Largo

• Flotante
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• Booleano

• Fecha, en el formato dd-MM-aaaa (día, mes y año, respectivamente).

• Cadena

Validar cadena

Utilice las transformaciones Validar cadena para crear una nueva columna que indique que una fila 
de datos de texto cumple una condición específica. Por ejemplo, puede usar una transformación
Validar cadena para comprobar que una cadena solo contiene caracteres en minúscula. Validar 
cadena admite las siguientes transformaciones.

Las siguientes transformaciones se incluyen en este grupo de transformaciones. Si una 
transformación genera un valor booleano, True se representa con un 1 y False se representa con 
un 0.

Name Función

Longitud de cadena Devuelve True si la longitud de una cadena es 
igual a la longitud especificada. De lo contrario, 
devuelve False.

Empieza por Devuelve True si una cadena comienza con un 
prefijo especificado. De lo contrario, devuelve
False.

Acaba con Devuelve True si la longitud de una cadena es 
igual a la longitud especificada. De lo contrario, 
devuelve False.

Es alfanumérico Devuelve True si una cadena solo contiene 
números y letras. De lo contrario, devuelve
False.

Es alfa (letras) Devuelve True si una cadena solo contiene 
letras. De lo contrario, devuelve False.

Es dígito Devuelve True si una cadena solo contiene 
dígitos. De lo contrario, devuelve False.
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Name Función

Es espacio Devuelve True si una cadena solo contiene 
números y letras. De lo contrario, devuelve
False.

Es un título Devuelve True si una cadena contiene algún 
espacio en blanco. De lo contrario, devuelve
False.

Está en minúsculas Devuelve True si una cadena solo contiene 
letras en minúscula. De lo contrario, devuelve
False.

Está en mayúscula Devuelve True si una cadena solo contiene 
letras en mayúscula. De lo contrario, devuelve
False.

Es numérico Devuelve True si una cadena solo contiene 
números. De lo contrario, devuelve False.

Es decimal Devuelve True si una cadena solo contiene 
números decimales. De lo contrario, devuelve
False.

Datos JSON de Unnest

Si tiene un archivo .csv, es posible que tengas valores en su conjunto de datos que sean cadenas 
JSON. Del mismo modo, es posible que tenga datos anidados en columnas de un archivo Parquet o 
de un documento JSON.

Utilice el operador Flatten structured para separar las claves del primer nivel en columnas 
independientes. Una clave de primer nivel es una clave que no está anidada dentro de un valor.

Por ejemplo, puede tener un conjunto de datos que tenga una columna persona, con información 
demográfica sobre cada persona almacenada como cadenas JSON. La estructura JSON podría 
tener el siguiente aspecto.
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 "{"seq": 1,"name": {"first": "Nathaniel","last": "Ferguson"},"age": 59,"city": 
 "Posbotno","state": "WV"}" 
             

El operador Flatten structured convierte las siguientes claves de primer nivel en columnas 
adicionales del conjunto de datos:

• seq

• name

• edad

• ciudad

• estado

Data Wrangler coloca los valores de las claves como valores debajo de las columnas. A continuación 
se muestran los nombres y valores de las columnas del JSON.

seq, name,                                    age, city, state
1, {"first": "Nathaniel","last": "Ferguson"}, 59, Posbotno, WV 
             

Para cada valor del conjunto de datos que contenga JSON, el operador Flatten structured crea 
columnas para las claves de primer nivel. Para crear columnas para claves anidadas, vuelve a llamar 
al operador. En el ejemplo anterior, la llamada al operador crea las siguientes columnas:

• name_first

• name_last

En el siguiente ejemplo, se muestra el conjunto de datos que resulta de volver a llamar a la 
operación.

seq, name,                                    age, city, state, name_first, name_last
1, {"first": "Nathaniel","last": "Ferguson"}, 59, Posbotno, WV, Nathaniel, Ferguson 
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Elija Claves en las que aplanar para especificar las claves de primer nivel que desee extraer como 
columnas independientes. Si no especifica ninguna clave, Data Wrangler extrae todas las claves por 
defecto.

Desglosar matriz

Utilice Desglosar matriz para expandir los valores de la matriz en filas de salida independientes. Por 
ejemplo, la operación puede tomar todos los valores de la matriz [[1, 2, 3], [4, 5, 6], [7, 8, 9]] y crear 
una nueva columna con las siguientes filas:

                [1, 2, 3] 
                [4, 5, 6] 
                [7, 8, 9] 
             

Data Wrangler le pone a la nueva columna el nombre input_column_name_flatten.

Puede llamar a la operación Desglosar matriz varias veces para obtener los valores anidados de la 
matriz en columnas de salida separadas. El siguiente ejemplo muestra el resultado de llamar a la 
operación varias veces en un conjunto de datos con una matriz anidada.

Colocar los valores de una matriz anidada en columnas separadas

id matriz id array_items id array_ite 
ms_items

1 [ [cat, dog], 
[bat, frog] ]

1 [cat, dog] 1 cat

2 [[rose, 
petunia], [lily, 
daisy]]

1 [bat, frog] 1 dog

    2 [rose, 
petunia]

1 bat

    2 [lily, daisy] 1 frog

      2 2. rose
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id matriz id array_items id array_ite 
ms_items

      2 2. petunia

      2 2. lily

      2 2. daisy

Transformar datos de imagen

Use Data Wrangler para importar y transformar las imágenes que utiliza en sus canalizaciones de 
machine learning (ML). Cuando haya preparado los datos de imagen, puede exportarlos desde su 
flujo de Data Wrangler a su canalización de ML.

Puede utilizar la información proporcionada aquí para familiarizarse con la importación y la 
transformación de datos de imagen en Data Wrangler. Data Wrangler usa OpenCV para importar 
imágenes. Para obtener más información sobre los formatos de imagen compatibles, consulte Image 
file reading and writing.

Una vez que se haya familiarizado con los conceptos de la transformación de los datos de imagen, 
siga el siguiente tutorial, Prepare los datos de imagen con Amazon SageMaker Data Wrangler.

Los siguientes sectores y casos de uso son ejemplos en los que puede resultar útil aplicar machine 
learning a los datos de imágenes transformados.

• Fabricación: identificación de defectos en los artículos de la línea de ensamblaje.

• Alimentación: identificación de alimentos en mal estado o podridos.

• Medicina: identificación de lesiones en los tejidos.

Cuando se trabaja con datos de imágenes en Data Wrangler, se sigue el siguiente proceso.

1. Importación: seleccione las imágenes eligiendo el directorio que las contiene en el bucket de 
Amazon S3.

2. Transformación: utilice las transformaciones integradas a fin de preparar las imágenes para la 
canalización de machine learning.

3. Exportación: exporte las imágenes que ha transformado a una ubicación a la que pueda acceder 
desde la canalización.
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Utilice el siguiente procedimiento para importar los datos de imágenes.

Para importar los datos de imágenes

1. Vaya a la página Crear conexión.

2. Seleccione Amazon S3.

3. Especifique la ruta del archivo de Amazon S3 que contiene los datos de imagen.

4. En Tipo de archivo, elija Imagen.

5. (Opcional) Seleccione Importar directorios anidados para importar imágenes desde varias rutas 
de Amazon S3.

6. Seleccione Importar.

Data Wrangler utiliza la biblioteca imgaug de código abierto para sus transformaciones de imágenes 
integradas. Puede utilizar las siguientes transformaciones integradas:

• ResizeImage

• EnhanceImage

• CorruptImage

• SplitImage

• DropCorruptedImages

• DropImageDuplicates

• Brightness (Brillo)

• ColorChannels

• Grayscale

• Rotación

Utilice el siguiente procedimiento para transformar sus imágenes sin escribir código.

Para transformar los datos de imágenes sin escribir código

1. En el flujo de Data Wrangler, seleccione +, junto al nodo que representa las imágenes que ha 
importado.

2. Seleccione Agregar transformación.

3. Seleccione Agregar paso.
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4. Elija la transformación y configúrela.

5. Seleccione Preview (Versión preliminar).

6. Elija Añadir.

Además de utilizar las transformaciones que proporciona Data Wrangler, también puede utilizar sus 
propios fragmentos de código personalizados. Para obtener más información acerca del uso de 
fragmentos de código personalizados, consulte Transformaciones personalizadas. Puede importar 
las bibliotecas OpenCV e imgaug dentro de sus fragmentos de código y utilizar las transformaciones 
asociadas a ellas. Lo que sigue es un ejemplo de fragmento de código que detecta bordes dentro de 
las imágenes.

# A table with your image data is stored in the `df` variable
import cv2
import numpy as np
from pyspark.sql.functions import column

from sagemaker_dataprep.compute.operators.transforms.image.constants import 
 DEFAULT_IMAGE_COLUMN, IMAGE_COLUMN_TYPE
from sagemaker_dataprep.compute.operators.transforms.image.decorators import 
 BasicImageOperationDecorator, PandasUDFOperationDecorator

@BasicImageOperationDecorator
def my_transform(image: np.ndarray) -> np.ndarray: 
  # To use the code snippet on your image data, modify the following lines within the 
 function 
    HYST_THRLD_1, HYST_THRLD_2 = 100, 200 
    edges = cv2.Canny(image,HYST_THRLD_1,HYST_THRLD_2) 
    return edges 
     

@PandasUDFOperationDecorator(IMAGE_COLUMN_TYPE)
def custom_image_udf(image_row): 
    return my_transform(image_row) 
     

df = df.withColumn(DEFAULT_IMAGE_COLUMN, 
 custom_image_udf(column(DEFAULT_IMAGE_COLUMN))) 
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Al aplicar transformaciones en su flujo de Data Wrangler, Data Wrangler solo las aplica a una 
muestra de las imágenes de su conjunto de datos. Para optimizar su experiencia con la aplicación, 
Data Wrangler no aplica las transformaciones a todas sus imágenes.

Para aplicar las transformaciones a todas sus imágenes, exporte el flujo de Data Wrangler a una 
ubicación de Amazon S3. Puede utilizar las imágenes que ha exportado en sus canalizaciones de 
entrenamiento o inferencia. Use un nodo de destino o un cuaderno de Jupyter para exportar sus 
datos. Puede acceder a cualquiera de los métodos para exportar sus datos desde el flujo de Data 
Wrangler. Para obtener información sobre estos métodos, consulte Exportar a Amazon S3..

Filtrar datos

Use Data Wrangler para filtrar los datos de sus columnas. Cuando filtra los datos de una columna, 
debe especificar los siguientes campos.

• Nombre de la columna: el nombre de la columna que está utilizando para filtrar los datos.

• Condición: el tipo de filtro que se aplica a los valores de la columna.

• Valor: el valor o la categoría de la columna a la que se aplica el filtro.

Puede añadir filtros de acuerdo con las siguientes condiciones.

• =: devuelve valores que coinciden con el valor o la categoría que especifica.

• !=: devuelve valores que no coinciden con el valor o la categoría que especifica.

• >=: en el caso de datos largos o flotantes, filtra los valores superiores o iguales al valor que 
especifica.

• <=: en el caso de datos largos o flotantes, filtra los valores que son inferiores o iguales al valor que 
especifica.

• >: en el caso de datos largos o flotantes, filtra los valores superiores al valor que especifica.

• <: en el caso de datos largos o flotantes, filtra los valores que son inferiores al valor que especifica.

En una columna que contiene las categorías male y female, puede filtrar todos los valores male. 
También puede filtrar todos los valores female. Como solo hay valores male y female en la 
columna, el filtro devuelve una columna que solo tiene valores female.

También puede agregar varios filtros. Los filtros se pueden aplicar en varias columnas o en la 
misma columna. Por ejemplo, si va a crear una columna que solo tiene valores dentro de un rango 
determinado, agregará dos filtros diferentes. Un filtro especifica que la columna debe tener valores 
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superiores al valor que usted proporciona. El otro filtro especifica que la columna debe tener valores 
inferiores al valor que usted proporciona.

Utilice el siguiente procedimiento para agregar la transformación del filtro a los datos.

Para filtrar los datos

1. En el flujo de Data Wrangler, seleccione +, situado junto al nodo con los datos que está filtrando.

2. Seleccione Agregar transformación.

3. Seleccione Agregar paso.

4. Seleccione Filtrar datos.

5. Especifique los siguientes campos.

• Nombre de la columna: la columna que está filtrando.

• Condición: estado del filtro.

• Valor: el valor o la categoría de la columna a la que se aplica el filtro.

6. (Opcional) Seleccione + tras el filtro que ha creado.

7. Configure el filtro.

8. Seleccione Preview (Versión preliminar).

9. Elija Añadir.

Asignar columnas para Amazon Personalize

Data Wrangler se integra con Amazon Personalize, un servicio de machine learning totalmente 
administrado que genera recomendaciones de artículos y segmentos de usuarios. Puede utilizar 
la transformación Asignar columnas para Amazon Personalize a fin de obtener los datos en un 
formato que Amazon Personalize pueda interpretar. Para obtener más información sobre las 
transformaciones específicas de Amazon Personalize, consulte Importación de datos con Amazon 
SageMaker Data Wrangler. Para obtener más información sobre Amazon Personalize, consulte What 
is Amazon Personalize?

Análisis y visualización

Amazon SageMaker Data Wrangler incluye análisis integrados que le ayudan a generar 
visualizaciones y análisis de datos con unos pocos clics. También puede crear análisis 
personalizados con su propio código.
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Para agregar un análisis a un marco de datos, seleccione un paso del flujo de datos y, a 
continuación, elija Agregar análisis. Para acceder a un análisis que haya creado, seleccione el paso 
que contiene el análisis y seleccione el análisis.

Todos los análisis se generan con 100 000 filas de su conjunto de datos.

Puede agregar los análisis siguientes a un marco de datos:

• Visualizaciones de datos, incluidos histogramas y gráficos de dispersión.

• Un resumen rápido del conjunto de datos, que incluye el número de entradas, los valores mínimo 
y máximo (para los datos numéricos) y las categorías más y menos frecuentes (para los datos 
categóricos).

• Un modelo rápido del conjunto de datos, que se puede utilizar para generar una puntuación de 
importancia para cada característica.

• Un informe de fuga de objetivos, que puede utilizar para determinar si una o más características 
están estrechamente correlacionadas con la característica objetivo.

• Una visualización personalizada con su propio código.

Utilice las siguientes secciones para obtener más información sobre estas opciones.

Histograma

Utilice los histogramas para ver los recuentos de los valores de las características de una 
característica específica. Puede examinar las relaciones entre las características mediante la opción
Colorear por. Por ejemplo, el siguiente histograma muestra la distribución de las valoraciones de los 
usuarios de los libros más vendidos en Amazon entre 2009 y 2019, coloreadas por género.
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Puede usar la característica Facetas para crear histogramas de una columna para cada valor de 
otra columna. Por ejemplo, en el siguiente diagrama se muestran histogramas de las reseñas de los 
usuarios de los libros más vendidos en Amazon si se clasifican por año.
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Gráfico de dispersión

Use la característica Gráfico de dispersión para examinar la relación entre las características. Para 
crear un gráfico de dispersión, seleccione una característica para representarla en el eje X y el eje Y. 
Ambas columnas deben ser columnas de tipo numérico.

Puede colorear los gráficos de dispersión mediante una columna adicional. Por ejemplo, en el 
siguiente ejemplo se muestra un gráfico de dispersión que compara el número de reseñas con las 
valoraciones de los usuarios de los libros más vendidos en Amazon entre 2009 y 2019. El gráfico de 
dispersión está coloreado por género literario.
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Además, puede ordenar los gráficos de dispersión por características. Por ejemplo, en la siguiente 
imagen se muestra un ejemplo del mismo gráfico de dispersión de reseñas frente a valoraciones de 
los usuarios, clasificado por año.
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Resumen de la tabla

Utilice el análisis Resumen de la tabla para resumir rápidamente los datos.

Para las columnas con datos numéricos, incluidos los logarítmicos y datos flotantes, el resumen de 
la tabla indica el número de entradas (recuento), mínimo (mín.), máximo (máx.), media y desviación 
estándar (DE) de cada columna.

Para las columnas con datos no numéricos, incluidas las columnas con datos de cadena, booleanos 
o de fecha y hora, el resumen de la tabla indica el número de entradas (recuento), el valor menos 
frecuente (mín.) y el valor más frecuente (máx.).

Modelo rápido

Utilice la visualización Modelo rápido para evaluar rápidamente los datos y generar puntuaciones de 
importancia para cada característica. Una Puntuación de importancia de la característica indica la 
utilidad de una característica para predecir una etiqueta objetivo. La puntuación de importancia de la 
característica está entre [0, 1] y un número más alto indica que la característica es más importante 
para todo el conjunto de datos. En la parte superior del gráfico de modelo rápido, hay una puntuación 
del modelo. Un problema de clasificación muestra una puntuación de F1. Un problema de regresión 
tiene una puntuación de error cuadrático medio (MSE).
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Cuando crea un gráfico de modelo rápido, selecciona el conjunto de datos que desea evaluar y una 
etiqueta objetivo con la que desea comparar la importancia de las características. Data Wrangler 
hace lo siguiente:

• Infiere los tipos de datos de la etiqueta objetivo y de cada característica del conjunto de datos 
seleccionado.

• Determina el tipo de problema. En función del número de valores distintos de la columna de 
etiquetas, Data Wrangler determina si se trata de un problema de regresión o clasificación. Data 
Wrangler establece un umbral categórico en 100. Si hay más de 100 valores distintos en la 
columna de etiquetas, Data Wrangler lo clasifica como un problema de regresión; de lo contrario, 
se clasifica como un problema de clasificación.

• Preprocesa las características y etiqueta los datos para el entrenamiento. El algoritmo utilizado 
requiere codificar las características con un tipo vectorial y codificar las etiquetas con un tipo doble.

• Entrena un algoritmo de bosque aleatorio con un 70 % de datos. El de Spark
RandomForestRegressorse utiliza para entrenar un modelo para problemas de regresión.
RandomForestClassifierSe usa para entrenar un modelo para problemas de clasificación.

• Evalúa un modelo de bosque aleatorio con el 30 % restante de los datos. Data Wrangler evalúa 
los modelos de clasificación con una puntuación F1 y evalúa los modelos de regresión con una 
puntuación MSE.

• Calcula la importancia de cada característica mediante el método de importancia de Gini.

En la imagen siguiente, se muestra la interfaz de usuario de la característica de modelo rápido.
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Fuga de objetivos

La fuga de objetivos se produce cuando hay datos en un conjunto de datos de entrenamiento de 
machine learning que están estrechamente correlacionados con la etiqueta objetivo, pero que no 
están disponibles en los datos de la vida real. Por ejemplo, es posible que tenga una columna en su 
conjunto de datos que sirva como proxy de la columna que desea predecir con su modelo.

Al utilizar el análisis Fuga de objetivos, especifica lo siguiente:

• Objetivo: esta es la característica sobre la que desea que su modelo de machine learning pueda 
realizar predicciones.

• Tipo de problema: este es el tipo de problema de machine learning en el que está trabajando. El 
tipo de problema puede ser de clasificación o regresión.

• (Opcional) Características máximas: es la cantidad máxima de características que se pueden 
presentar en la visualización, que muestra las características clasificadas según su riesgo de 
convertirse en una fuga de objetivos.
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Para la clasificación, el análisis de fuga de objetivos utiliza el área bajo la curva de la característica 
operativa de receptor, o curva AUC-ROC para cada columna, hasta las Características máximas. 
Para la regresión, utiliza un coeficiente de determinación o métrica R2.

La curva AUC-ROC proporciona una métrica predictiva, calculada individualmente para cada 
columna mediante la validación cruzada, en una muestra de hasta 1000 filas aproximadamente. Una 
puntuación de 1 indica una capacidad predictiva perfecta, lo que a menudo es señal de una fuga de 
objetivos. Una puntuación igual o inferior a 0,5 indica que la información de la columna no puede 
proporcionar, por sí sola, ninguna información útil para predecir el objetivo. Aunque puede ocurrir 
que una columna no sea informativa por sí sola, pero que sea útil para predecir el objetivo cuando 
se utiliza junto con otras características, una puntuación baja podría indicar que la característica es 
redundante.

Por ejemplo, en la siguiente imagen se muestra un informe de fuga de objetivos para un problema 
de clasificación de la diabetes, es decir, para predecir si una persona tiene diabetes o no. Se utiliza 
una curva AUC–OC para calcular la capacidad predictiva de cinco características, y se determina que 
todas están a salvo de la fuga de objetivos.
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Multicolinealidad

La multicolinealidad es una circunstancia en la que dos o más variables predictoras están 
relacionadas entre sí. Las variables predictoras son características del conjunto de datos que se 
utilizan para predecir una variable objetivo. Cuando tiene multicolinealidad, las variables predictoras 
no solo predicen la variable objetivo, sino que también se predicen entre sí.

Puede utilizar el factor de inflación de la varianza (VIF), el análisis de componentes principales (PCA)
o la selección de características Lasso como medidas de la multicolinealidad de los datos. Para 
obtener más información, consulte lo siguiente.

Variance Inflation Factor (VIF)

El factor de inflación de la varianza (VIF) es una medida de la colinealidad entre pares de 
variables. Data Wrangler devuelve una puntuación de VIF como una medida de lo estrechamente 
que están relacionadas las variables entre sí. Una puntuación de VIF es un número positivo que 
es mayor o igual a 1.

Una puntuación de 1 significa que la variable no está correlacionada con las demás variables. Las 
puntuaciones superiores a 1 indican una correlación más alta.

En teoría, puede tener una puntuación VIF con un valor de infinito. Data Wrangler reduce las 
puntuaciones altas a 50. Si tiene una puntuación de VIF superior a 50, Data Wrangler establece la 
puntuación en 50.

Puede utilizar las siguientes pautas para interpretar las puntuaciones de VIF:

• Una puntuación de VIF inferior o igual a 5 indica que las variables están moderadamente 
correlacionadas con las demás variables.

• Una puntuación de VIF mayor o igual a 5 indica que las variables están altamente 
correlacionadas con las demás variables.

Principle Component Analysis (PCA)

El análisis de componentes principales (PCA) mide la varianza de los datos en diferentes 
direcciones en el espacio de características. El espacio de características consta de todas las 
variables predictoras que se utilizan para predecir la variable objetivo en el conjunto de datos.

Por ejemplo, si intenta predecir quién sobrevivió en el RMS Titanic tras chocar contra un iceberg, 
su espacio de características puede incluir la edad, el sexo y la tarifa que pagaron los pasajeros.
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Desde el espacio de características, el PCA genera una lista ordenada de varianzas. Estas 
varianzas también se conocen como valores singulares. Los valores de la lista de varianzas 
son mayores o iguales a 0. Podemos usarlos para determinar cuánta multicolinealidad hay en 
nuestros datos.

Cuando los números son aproximadamente uniformes, los datos tienen muy pocas instancias de 
multicolinealidad. Cuando hay mucha variabilidad entre los valores, tenemos muchas instancias 
de multicolinealidad. Antes de realizar el PCA, Data Wrangler normaliza cada característica para 
que tenga una media de 0 y una desviación estándar de 1.

Note

En esta circunstancia, el PCA también puede denominarse descomposición en valores 
singulares (SVD).

Lasso feature selection

La selección de características Lasso utiliza la técnica de regularización L1 para incluir solo las 
características más predictivas en el conjunto de datos.

Tanto para la clasificación como para la regresión, la técnica de regularización genera un 
coeficiente para cada característica. El valor absoluto del coeficiente proporciona una puntuación 
de importancia para la característica. Una puntuación de importancia más alta indica que es más 
predictiva de la variable objetivo. Un método habitual de selección de características consiste en 
utilizar todas las características que tienen un coeficiente lasso distinto de cero.

Detección de anomalías en los datos de serie temporal

Puede utilizar la visualización de la detección de anomalías para ver los valores atípicos en los 
datos de serie temporal. Para entender qué es lo que determina una anomalía, debe entender que 
descomponemos la serie temporal en un término predicho y un término de error. La estacionalidad y 
la tendencia de la serie temporal se consideran el término predicho. Los residuos se tratan como el 
término de error.

Para el término de error, se especifica un umbral como el número de desviaciones estándar 
que el residuo puede alejarse de la media para que se considere una anomalía. Por ejemplo, 
puede especificar un umbral de 3 desviaciones estándar. Cualquier residuo que esté a más de 
3 desviaciones estándar de la media es una anomalía.
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Puede utilizar el siguiente procedimiento para realizar un análisis de Detección de anomalías.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar análisis.

3. En Tipo de análisis, elija Serie temporal.

4. En Visualización, elija Detección de anomalías.

5. En Umbral de anomalía, elija el umbral para que un valor se considera una anomalía.

6. Elija Vista previa para generar una vista previa del análisis.

7. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Descomposición de tendencias estacionales en datos de serie temporal

Puede determinar si hay estacionalidad en sus datos de serie temporal mediante la visualización 
de la descomposición de tendencias estacionales. Para realizar la descomposición, se usa el 
método STL (descomposición de tendencias estacionales mediante LOESS). La serie temporal se 
descompone en sus componentes estacionales, tendenciales y residuales. La tendencia refleja la 
progresión a largo plazo de la serie. El componente estacional es una señal que se repite en un 
período de tiempo. Tras eliminar los componentes estacionales y tendenciales de la serie temporal, 
se obtiene el residuo.

Puede utilizar el siguiente procedimiento para realizar un análisis de descomposición de la tendencia 
estacional.

1. Abra el flujo de datos de Data Wrangler.

2. En el flujo de datos, en Tipos de datos, elija el signo + y seleccione Agregar análisis.

3. En Tipo de análisis, elija Serie temporal.

4. En Visualización, elija Descomposición de tendencias estacionales.

5. En Umbral de anomalía, elija el umbral para que un valor se considera una anomalía.

6. Elija Vista previa para generar una vista previa del análisis.

7. Elija Agregar para agregar la transformación al flujo de datos de Data Wrangler.

Análisis y visualización 2370



Amazon SageMaker Guía para desarrolladores

Informe de sesgo

Puede utilizar el informe de sesgo de Data Wrangler para detectar posibles sesgos en sus datos. 
Para generar un informe de sesgo, debe especificar la columna objetivo, o Etiqueta, que desea 
predecir y una Faceta, o la columna que desea inspeccionar para detectar sesgos.

Etiqueta: la característica sobre la que desea que un modelo haga predicciones. Por ejemplo, si 
predice la conversión de clientes, puede seleccionar una columna que contenga datos sobre si un 
cliente ha realizado un pedido o no. También debes especificar si esta característica es una etiqueta 
o un umbral. Si especifica una etiqueta, debe especificar qué aspecto tendría un resultado positivo
en sus datos. En el ejemplo de conversión de clientes, un resultado positivo puede ser un 1 en la 
columna de pedidos, que representa el resultado positivo de un cliente que ha realizado un pedido 
en los últimos tres meses. Si especifica un umbral, debe especificar un límite inferior que defina un 
resultado positivo. Por ejemplo, si las columnas de pedidos de los clientes contienen el número de 
pedidos realizados el año pasado, podría especificar 1.

Faceta: la columna que desea inspeccionar para detectar sesgos. Por ejemplo, si intenta predecir 
la conversión de clientes, la faceta podría ser la edad del cliente. Podría elegir esta faceta porque 
cree que los datos están sesgados hacia un grupo de edad determinado. Debe definir si la faceta se 
mide como un valor o un umbral. Por ejemplo, si desea inspeccionar una o más edades específicas, 
seleccione Valor y especifique esas edades. Si desea analizar un grupo de edad, seleccione Umbral
y especifique el umbral de edades que desea inspeccionar.

Tras seleccionar la característica y la etiqueta, seleccione los tipos de métricas de sesgo que quiera 
calcular.

Para obtener más información, consulte Generate reports for bias in pre-training data.

Creación de visualizaciones personalizadas

Puede agregar un análisis al flujo de Data Wrangler para crear una visualización personalizada. Su 
conjunto de datos, con todas las transformaciones que ha aplicado, está disponible como Pandas 
DataFrame. Data Wrangler usa la variable df para almacenar el marco de datos. Para acceder al 
marco de datos, debe llamar a la variable.

Debe proporcionar la variable de salida, chart, para almacenar un gráfico de salida de Altair. Por 
ejemplo, puede utilizar el bloque de código siguiente para crear un histograma personalizado con el 
conjunto de datos del Titanic.

import altair as alt
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df = df.iloc[:30]
df = df.rename(columns={"Age": "value"})
df = df.assign(count=df.groupby('value').value.transform('count'))
df = df[["value", "count"]]
base = alt.Chart(df)
bar = base.mark_bar().encode(x=alt.X('value', bin=True, axis=None), y=alt.Y('count'))
rule = base.mark_rule(color='red').encode( 
    x='mean(value):Q', 
    size=alt.value(5))
chart = bar + rule

Para crear una visualización personalizada:

1. Junto al nodo que contiene la transformación que quiere visualizar, elija el signo +.

2. Elija Agregar análisis.

3. En Tipo de análisis, elija Visualización personalizada.

4. En Nombre del análisis, especifique un nombre.

5. Introduzca el código en el cuadro de códigos.

6. Elija Vista previa para obtener una vista previa de la visualización.

7. Elija Guardar para agregar la visualización.
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Si no sabe cómo usar el paquete de visualización de Altair en Python, puede usar fragmentos de 
código personalizados para ayudarle a empezar.

Data Wrangler tiene una colección de fragmentos de visualización con capacidad de búsqueda. Para 
utilizar un fragmento de visualización, elija Buscar fragmentos de ejemplo y especifique una consulta 
en la barra de búsqueda.

En el siguiente ejemplo, se utiliza el fragmento de código Gráfico de dispersión discretizado. Traza 
un histograma para 2 dimensiones.

Los fragmentos incluyen comentarios para ayudarle a entender los cambios que debe realizar en el 
código. Por lo general, es necesario especificar los nombres de las columnas del conjunto de datos 
en el código.

import altair as alt
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# Specify the number of top rows for plotting
rows_number = 1000
df = df.head(rows_number)   
# You can also choose bottom rows or randomly sampled rows
# df = df.tail(rows_number)
# df = df.sample(rows_number)

chart = ( 
    alt.Chart(df) 
    .mark_circle() 
    .encode( 
        # Specify the column names for binning and number of bins for X and Y axis 
        x=alt.X("col1:Q", bin=alt.Bin(maxbins=20)), 
        y=alt.Y("col2:Q", bin=alt.Bin(maxbins=20)), 
        size="count()", 
    )
)

# :Q specifies that label column has quantitative type.
# For more details on Altair typing refer to
# https://altair-viz.github.io/user_guide/encoding.html#encoding-data-types 
         

Reutilización de flujos de datos para diferentes conjuntos de datos

Puede crear y utilizar parámetros para los orígenes de datos de Amazon Simple Storage Service 
(Amazon S3). Un parámetro es una variable que ha guardado en su flujo de Data Wrangler. Su valor 
puede ser cualquier parte de la ruta de Amazon S3 del origen de datos. Utilice los parámetros para 
cambiar rápidamente los datos que va a importar a un flujo de Data Wrangler o que va a exportar 
a un trabajo de procesamiento. También puede usar parámetros para seleccionar e importar un 
subconjunto específico de datos.

Después de crear un flujo de Data Wrangler, es posible que haya entrenado un modelo a partir de los 
datos que ha transformado. En el caso de conjuntos de datos que tengan el mismo esquema, puede 
emplear parámetros para aplicar las mismas transformaciones en un conjunto de datos diferente y 
entrenar un modelo diferente. Puede utilizar los nuevos conjuntos de datos para realizar inferencias 
con su modelo o puede usarlos para volver a entrenar su modelo.

En general, los parámetros tienen los siguientes atributos:
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• Nombre: el nombre que especifique para el parámetro

• Tipo: el tipo de valor que representa el parámetro

• Valor predeterminado: el valor del parámetro cuando no se especifica un valor nuevo

Note

Los parámetros de fecha y hora tienen un atributo de intervalo de tiempo que utilizan como 
valor predeterminado.

Data Wrangler utiliza llaves, {{}}, para indicar que se está utilizando un parámetro en 
la ruta de Amazon S3. Por ejemplo, puede tener una URL como s3://DOC-EXAMPLE-
BUCKET1/{{example_parameter_name}}/example-dataset.csv.

Usted crea un parámetro cuando edita el origen de datos de Amazon S3 que ha importado. Puede 
establecer cualquier parte de la ruta del archivo en un valor de parámetro. Puede definir el valor 
del parámetro en un valor o en un patrón. Los siguientes son los tipos de valores de parámetros 
disponibles en el flujo de Data Wrangler:

• Número

• Cadena

• Patrón

• Fecha y hora

Note

No puede crear un parámetro de patrón ni un parámetro de fecha y hora para el nombre del 
bucket en la ruta de Amazon S3.

Debe establecer un número como valor predeterminado de un parámetro numérico. Puede cambiar 
el valor del parámetro a un número diferente al editar un parámetro o al iniciar un trabajo de 
procesamiento. Por ejemplo, en la ruta de S3, s3://DOC-EXAMPLE-BUCKET/example-prefix/
example-file-1.csv, puede crear un parámetro numérico llamado number_parameter en 
el lugar de 1. La ruta de S3 ahora aparece como s3://DOC-EXAMPLE-BUCKET/example-
prefix/example-file-{{number_parameter}}.csv. La ruta sigue apuntando al conjunto 
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de datos example-file-1.csv hasta que cambie el valor del parámetro. Si cambia el valor de
number_parameter a 2 la ruta ahora es s3://DOC-EXAMPLE-BUCKET/example-prefix/
example-file-2.csv. Puede importar example-file-2.csv a Data Wrangler si has cargado el 
archivo a esa ubicación de Amazon S3.

Un parámetro de cadena almacena una cadena como su valor predeterminado. Por ejemplo, en la 
ruta de S3, s3://DOC-EXAMPLE-BUCKET/example-prefix/example-file-1.csv, puede 
crear un parámetro numérico llamado string_parameter en el lugar del nombre de archivo
example-file-1.csv. La ruta ahora aparece como s3://DOC-EXAMPLE-BUCKET/example-
prefix/{{string_parameter}}. Sigue coincidiendo con s3://DOC-EXAMPLE-BUCKET/
example-prefix/example-file-1.csv hasta que cambie el valor del parámetro.

En lugar de especificar el nombre de archivo como un parámetro de cadena, puede crear un 
parámetro de cadena mediante la ruta completa de Amazon S3. Puede especificar un conjunto de 
datos de cualquier ubicación de Amazon S3 en el parámetro de cadena.

Un parámetro de patrón almacena una cadena de expresión regular (REGEX de Python) como su 
valor predeterminado. Puede usar un parámetro de patrón para importar varios archivos de datos al 
mismo tiempo. Para importar más de un objeto a la vez, especifique un valor de parámetro que se 
corresponda con los objetos de Amazon S3 que va a importar.

También puede crear un parámetro de patrón para los siguientes conjuntos de datos:

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-file-1.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-file-2.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-file-10.csv

• s3://DOC-EXAMPLE-BUCKET/example-prefix/example-file-0123.csv

Para s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-file-1.csv, puede crear un 
parámetro de patrón en el lugar de 1 y establecer el valor predeterminado del parámetro en \d+. La 
cadena de REGEX \d+ se corresponde con uno o más dígitos decimales. Si crea un parámetro de 
patrón denominado pattern_parameter, la ruta de S3 aparecerá como s3://DOC-EXAMPLE-
BUCKET1/example-prefix/example-file-{{pattern_parameter}}.csv.

También puede utilizar parámetros de patrón que se correspondan con todos los objetos CSV de 
su bucket. Para ello, cree un parámetro de patrón con el valor predeterminado de .* y establezca 
la ruta en s3://DOC-EXAMPLE-BUCKET/{{pattern_parameter}}.csv. El carácter .* se 
corresponde con cualquier carácter de cadena de la ruta.
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La ruta s3://DOC-EXAMPLE-BUCKET/{{pattern_parameter}}.csv puede corresponderse con 
los siguientes conjuntos de datos.

• example-file-1.csv

• other-example-file.csv

• example-file-a.csv

Un parámetro de fecha y hora almacena el formato con la siguiente información:

• Un formato para analizar cadenas dentro de una ruta de Amazon S3.

• Un intervalo de tiempo relativo para limitar los valores de fecha y hora correspondientes

Por ejemplo, en la ruta del archivo Amazon S3, s3://DOC-EXAMPLE-BUCKET/2020/01/01/
example-dataset.csv, 2020/01/01 representa una fecha y hora con el formato de year/
month/day. Puede establecer el intervalo de tiempo del parámetro en un intervalo como 1 years
o 24 hours. Un intervalo de 1 years coincide con todas las rutas de S3 con fechas y horas 
comprendidas entre la hora actual y la hora exactamente un año anterior a la hora actual. La hora 
actual es la hora en la que comienza a exportar las transformaciones que ha realizado en los datos. 
Para obtener más información acerca de la exportación de datos, consulte Exportar. Si la fecha 
actual es el 1 de enero de 2022 y el intervalo de tiempo es 1 years, la ruta de S3 se corresponde 
con conjuntos de datos como los siguientes:

• s3://DOC-EXAMPLE-BUCKET/2021/01/01/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET/2021/06/30/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET/2021/12/31/example-dataset.csv

Los valores de fecha y hora dentro de un intervalo de tiempo relativo cambian a medida que pasa el 
tiempo. Las rutas de S3 que se encuentran dentro del intervalo de tiempo relativo también pueden 
diferir.

Para la ruta del archivo de Amazon S3 ,s3://DOC-EXAMPLE-BUCKET1/20200101/example-
dataset.csv, 20220101 es un ejemplo de una ruta que puede convertirse en un parámetro de 
fecha y hora.

Para ver una tabla con todos los parámetros que ha creado en el flujo de Data Wrangler, elija 
`{{}}` que está situado a la derecha del cuadro de texto que contiene la ruta de Amazon S3. Si ya 
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no necesita un parámetro que haya creado, puede editarlo o eliminarlo. Para editar o eliminar un 
parámetro, elija los iconos situados a la derecha del parámetro.

Important

Antes de eliminar un parámetro, asegúrese de no haberlo utilizado en ninguna parte del flujo 
de Data Wrangler. Los parámetros eliminados que aún se encuentran en el flujo provocan 
errores.

Puede crear parámetros para cualquier paso de su flujo de Data Wrangler. Puede editar o eliminar 
un parámetro que haya creado. Si aplica transformaciones a datos que ya no son pertinentes para 
su caso de uso, puede modificar los valores de los parámetros. La modificación de los valores de los 
parámetros cambia los datos que importa.

En las siguientes secciones, se proporciona más información sobre el uso de parámetros. Puede 
utilizar las secciones para comprender los parámetros que mejor se adapten a sus necesidades.

Note

Las siguientes secciones contienen procedimientos que utilizan la interfaz de Data Wrangler 
para anular los parámetros y crear un trabajo de procesamiento.
También puede anular los parámetros mediante los siguientes procedimientos.

Para exportar el flujo de Data Wrangler y anular el valor de un parámetro, haga lo siguiente.

1. Elija el signo + junto al nodo que desea exportar.

2. Elija Exportar a.

3. Elija la ubicación a la que va a exportar los datos.

4. En parameter_overrides, especifique valores diferentes para los parámetros que ha 
creado.

5. Ejecute el cuaderno de Jupyter.

Aplicación de un flujo de Data Wrangler a los archivos mediante patrones

Puede usar parámetros para aplicar transformaciones en su flujo de Data Wrangler a diferentes 
archivos que se correspondan con un patrón en la ruta de URI de Amazon S3. Esto le ayuda a 
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especificar los archivos del bucket de S3 que desea transformar con una especificidad elevada. Por 
ejemplo, es posible que tenga un conjunto de datos con la ruta s3://DOC-EXAMPLE-BUCKET1/
example-prefix-0/example-prefix-1/example-prefix-2/example-dataset.csv. Los 
diferentes conjuntos de datos denominados example-dataset.csv se almacenan con muchos 
prefijos de ejemplo diferentes. Los prefijos también se pueden numerar de forma secuencial. Puede 
crear patrones para los números del URI de Amazon S3. Los parámetros de patrón utilizan REGEX 
para seleccionar cualquier número de archivos que se corresponda con el patrón de la expresión. 
Los siguientes son patrones de expresiones regulares que pueden resultar útiles:

• .*: se corresponde con cero o más de cualquier carácter, excepto los caracteres de nueva línea.

• .+: se corresponde con uno o más de cualquier carácter, excepto los caracteres de nueva línea.

• \d+: se corresponde con uno o más de cualquier dígito decimal.

• \w+: se corresponde con uno o más de cualquier carácter alfanumérico.

• [abc-_]{2,4}: se corresponde con una cadena de dos, tres o cuatro caracteres compuesta del 
conjunto de caracteres proporcionado entre corchetes.

• abc|def: se corresponde con una cadena u otra. Por ejemplo, la operación coincide con abc o
def.

Puede reemplazar cada número de las siguientes rutas por un único parámetro que tenga un valor 
de \d+.

• s3://DOC-EXAMPLE-BUCKET1/example-prefix-3/example-prefix-4/example-
prefix-5/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix-8/example-prefix-12/example-
prefix-13/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix-4/example-prefix-9/example-
prefix-137/example-dataset.csv

El siguiente procedimiento crea un parámetro de patrón para un conjunto de datos con la ruta
s3://DOC-EXAMPLE-BUCKET1/example-prefix-0/example-prefix-1/example-
prefix-2/example-dataset.csv.

Para crear un parámetro de patrón, haga lo siguiente.

1. Junto al conjunto de datos que ha importado, elija Editar conjunto de datos.
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2. Resalte 0 en example-prefix-0.

3. Especifique los valores en los siguientes campos:

• Nombre: un nombre para el parámetro.

• Tipo: patrón.

• Valor: una expresión regular \ d+ que se corresponde a uno o más dígitos.

4. Seleccione Crear.

5. Sustituya 1 y 2 en la ruta del URI de S3 por el parámetro. La ruta debe tener 
el siguiente formato: s3://DOC-EXAMPLE-BUCKET1/example-prefix-
{{example_parameter_name}}/example-prefix-{{example_parameter_name}}/
example-prefix-{{example_parameter_name}}/example-dataset.csv.

A continuación, se ofrece un procedimiento general para crear un parámetro de patrón.

1. Vaya a su flujo de Data Wrangler.

2. Junto al conjunto de datos que ha importado, elija Editar conjunto de datos.

3. Resalta la parte del URI que utiliza como valor del parámetro de patrón.

4. Elija Crear parámetro personalizado.

5. Especifique los valores en los siguientes campos:

• Nombre: un nombre para el parámetro.

• Tipo: patrón.

• Valor: expresión regular que contiene el patrón que desea almacenar.

6. Seleccione Crear.

Aplicación de un flujo de Data Wrangler a los archivos mediante valores numéricos

Puede usar parámetros para aplicar transformaciones en su flujo de Data Wrangler a diferentes 
archivos que tengan rutas similares. Por ejemplo, es posible que tenga un conjunto de datos con 
la ruta s3://DOC-EXAMPLE-BUCKET1/example-prefix-0/example-prefix-1/example-
prefix-2/example-dataset.csv.

Podría tener las transformaciones de su flujo de Data Wrangler que haya aplicado a los conjuntos 
de datos en example-prefix-1. Es posible que desee aplicar las mismas transformaciones a
example-dataset.csv que entra bajo example-prefix-10 o example-prefix-20.
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Puede crear un parámetro que almacene el valor 1. Si desea aplicar las transformaciones a distintos 
conjuntos de datos, puede crear trabajos de procesamiento que sustituyan el valor del parámetro por 
un valor diferente. El parámetro actúa como un marcador de posición que puede cambiar cuando 
desee aplicar las transformaciones de su flujo de Data Wrangler a datos nuevos. Puede anular el 
valor del parámetro cuando crea un trabajo de procesamiento de Data Wrangler para aplicar las 
transformaciones de su flujo de Data Wrangler a diferentes conjuntos de datos.

Utilice el siguiente procedimiento para crear parámetros numéricos para s3://DOC-EXAMPLE-
BUCKET1/example-prefix-0/example-prefix-1/example-prefix-2/example-
dataset.csv.

Para crear parámetros para la ruta del URI de S3 anterior, haga lo siguiente.

1. Vaya a su flujo de Data Wrangler.

2. Junto al conjunto de datos que ha importado, elija Editar conjunto de datos.

3. Resalte el número en un prefijo de ejemplo de example-prefix-number.

4. Elija Crear parámetro personalizado.

5. En Nombre, especifique un nombre para el parámetro.

6. En Tipo, elija Entero.

7. En Valor, especifique el número.

8. Repita el procedimiento para crear parámetros para los números restantes.

Una vez que haya creado los parámetros, aplique las transformaciones a su conjunto de datos y 
cree un nodo de destino para ellas. Para obtener más información acerca de los nodos de destino, 
consulte Exportar.

Utilice el siguiente procedimiento para aplicar las transformaciones de su flujo de Data Wrangler 
a un intervalo de tiempo diferente. Se supone que ha creado un nodo de destino para las 
transformaciones del flujo.

Para cambiar el valor de un parámetro numérico en un trabajo de procesamiento de Data Wrangler, 
haga lo siguiente.

1. En el flujo de Data Wrangler, elija Crear trabajo.

2. Seleccione solo el nodo de destino que contenga las transformaciones en el conjunto de datos 
que contiene los parámetros de fecha y hora.

3. Elija Configurar trabajo.
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4. Elija Agregar parámetro.

5. Elija el nombre de un parámetro que haya creado.

6. Cambie el valor del parámetro.

7. Repita el procedimiento para los demás parámetros.

8. Elija Ejecutar.

Aplicación de un flujo de Data Wrangler a los archivos mediante cadenas

Puede usar parámetros para aplicar transformaciones en su flujo de Data Wrangler a diferentes 
archivos que tengan rutas similares. Por ejemplo, es posible que tenga un conjunto de datos con la 
ruta s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-dataset.csv.

Es posible que tenga transformaciones del flujo de Data Wrangler que haya aplicado a los conjuntos 
de datos en example-prefix. Es posible que desee aplicar las mismas transformaciones a
example-dataset.csv bajo another-example-prefix o example-prefix-20.

Puede crear un parámetro que almacene el valor example-prefix. Si desea aplicar las 
transformaciones a distintos conjuntos de datos, puede crear trabajos de procesamiento que 
sustituyan el valor del parámetro por un valor diferente. El parámetro actúa como un marcador de 
posición que puede cambiar cuando desee aplicar las transformaciones de su flujo de Data Wrangler 
a datos nuevos. Puede anular el valor del parámetro cuando crea un trabajo de procesamiento de 
Data Wrangler para aplicar las transformaciones de su flujo de Data Wrangler a diferentes conjuntos 
de datos.

Utilice el siguiente procedimiento para crear un parámetro de cadena para s3://DOC-EXAMPLE-
BUCKET1/example-prefix/example-dataset.csv.

Para crear un parámetro para la ruta del URI de S3 anterior, haga lo siguiente.

1. Vaya a su flujo de Data Wrangler.

2. Junto al conjunto de datos que ha importado, elija Editar conjunto de datos.

3. Resalte el prefijo de ejemplo, example-prefix.

4. Elija Crear parámetro personalizado.

5. En Nombre, especifique un nombre para el parámetro.

6. En Type, elija String.

7. En Valor, especifique el prefijo.
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Una vez que haya creado el parámetro, aplique las transformaciones a su conjunto de datos y 
cree un nodo de destino para ellas. Para obtener más información acerca de los nodos de destino, 
consulte Exportar.

Utilice el siguiente procedimiento para aplicar las transformaciones de su flujo de Data Wrangler 
a un intervalo de tiempo diferente. Se supone que ha creado un nodo de destino para las 
transformaciones del flujo.

Para cambiar el valor de un parámetro numérico en un trabajo de procesamiento de Data Wrangler, 
haga lo siguiente:

1. En el flujo de Data Wrangler, elija Crear trabajo.

2. Seleccione solo el nodo de destino que contenga las transformaciones en el conjunto de datos 
que contiene los parámetros de fecha y hora.

3. Elija Configurar trabajo.

4. Elija Agregar parámetro.

5. Elija el nombre de un parámetro que haya creado.

6. Cambie el valor del parámetro.

7. Repita el procedimiento para los demás parámetros.

8. Elija Ejecutar.

Aplicación de un flujo de Data Wrangler a diferentes intervalos de fecha y hora

Utilice los parámetros de fecha y hora para aplicar transformaciones en su flujo de Data Wrangler 
a diferentes intervalos de tiempo. Resalte la parte del URI de Amazon S3 que tenga una marca de 
tiempo y cree un parámetro para ella. Al crear un parámetro, se especifica un intervalo de tiempo 
desde la hora actual hasta una hora del pasado. Por ejemplo, podría tener un URI de Amazon S3 
similar a este: s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/05/15/example-
dataset.csv. Puede guardar 2022/05/15 como parámetro de fecha y hora. Si especifica un año 
como intervalo de tiempo, el intervalo de tiempo incluye el momento en que se ejecutó el trabajo 
de procesamiento que contiene el parámetro de fecha y hora y la hora de hace exactamente un 
año. Si el momento en el que ejecuta el trabajo de procesamiento es el 6 de septiembre de 2022, o
2022/09/06, los intervalos de tiempo pueden incluir lo siguiente:

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/03/15/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/01/08/example-dataset.csv
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• s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/07/31/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/2021/09/07/example-dataset.csv

Las transformaciones del flujo de Data Wrangler se aplican a todos los prefijos anteriores. Cambiar 
el valor del parámetro en el trabajo de procesamiento no cambia el valor del parámetro en el flujo de 
Data Wrangler. Para aplicar las transformaciones a los conjuntos de datos dentro de un intervalo de 
tiempo diferente, haga lo siguiente:

1. Cree un nodo de destino que contenga todas las transformaciones que desee utilizar.

2. Cree un trabajo de Data Wrangler.

3. Configure el trabajo para que utilice un intervalo de tiempo diferente para el parámetro. Cambiar el 
valor del parámetro en el trabajo de procesamiento no cambia el valor del parámetro en el flujo de 
Data Wrangler.

Para obtener más información sobre los nodos de destino y los trabajos de Data Wrangler, consulte
Exportar.

El siguiente procedimiento crea un parámetro de fecha y hora para la ruta de Amazon S3:
s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/05/15/example-dataset.csv.

Para crear un parámetro de fecha y hora para la ruta del URI de S3 anterior, haga lo siguiente.

1. Vaya a su flujo de Data Wrangler.

2. Junto al conjunto de datos que ha importado, elija Editar conjunto de datos.

3. Resalta la parte del URI que utiliza como valor del parámetro de fecha y hora.

4. Elija Crear parámetro personalizado.

5. En Nombre, especifique un nombre para el parámetro.

6. En Tipo, elija Fecha y hora.

Note

De forma predeterminada, Data Wrangler selecciona Predefinido, que proporciona un 
menú desplegable para que seleccione un formato de fecha. Sin embargo, es posible 
que el formato de marca temporal tiempo que utiliza no esté disponible. En lugar de 
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usar Predefinido como opción predeterminada, puede elegir Personalizado y especificar 
manualmente el formato de la marca temporal.

7. En Formato de fecha, abra el menú desplegable que aparece junto a Predefinido y elija aaaa/
mm/dd. El formato, aaaa/mm/dd, corresponde al año/mes/día de la marca temporal.

8. En Zona horaria, elija una zona horaria.

Note

Los datos que analiza pueden tener marcas temporales tomadas en una zona horaria 
diferente a la suya. Asegúrese de que la zona horaria que seleccione coincida con la 
zona horaria de los datos.

9. En Intervalo de tiempo, especifique el intervalo de tiempo del parámetro.

10. De forma opcional, ingrese una descripción para describir cómo utiliza el parámetro.

11. Seleccione Crear.

Una vez que haya creado los parámetros de fecha y hora, aplique las transformaciones a su conjunto 
de datos y cree un nodo de destino para ellas. Para obtener más información acerca de los nodos de 
destino, consulte Exportar.

Utilice el siguiente procedimiento para aplicar las transformaciones de su flujo de Data Wrangler 
a un intervalo de tiempo diferente. Se supone que ha creado un nodo de destino para las 
transformaciones del flujo.

Para cambiar el valor de un parámetro de fecha y hora en un trabajo de procesamiento de Data 
Wrangler, haga lo siguiente:

1. En el flujo de Data Wrangler, elija Crear trabajo.

2. Seleccione solo el nodo de destino que contenga las transformaciones en el conjunto de datos 
que contiene los parámetros de fecha y hora.

3. Elija Configurar trabajo.

4. Elija Agregar parámetro.

5. Elija el nombre del parámetro de fecha y hora que haya creado.

6. En Intervalo de tiempo, cambie el intervalo de tiempo de los conjuntos de datos.

7. Elija Ejecutar.
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Exportar

En el flujo de Data Wrangler, puede exportar algunas o todas las transformaciones que haya 
realizado a sus canalizaciones de procesamiento de datos.

Un flujo de Data Wrangler es la serie de pasos de preparación de datos que ha realizado en sus 
datos. En la preparación de los datos, se llevan a cabo una o más transformaciones en los datos. 
Cada transformación se realiza mediante un paso de transformación. El flujo tiene una serie de 
nodos que representan la importación de los datos y las transformaciones que se han hecho. Para 
ver un ejemplo de nodos, consulte la siguiente imagen.

La imagen anterior muestra un flujo de Data Wrangler con dos nodos. El nodo Origen: muestreado
muestra el origen de datos desde el que ha importado los datos. El nodo Tipos de datos indica que 
Data Wrangler ha realizado una transformación para convertir el conjunto de datos en un formato 
utilizable.
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Cada transformación que agregue al flujo de Data Wrangler aparece como un nodo adicional. 
Para obtener información acerca de las transformaciones que puede agregar, consulte Datos de 
transformación. La siguiente imagen muestra un flujo de Data Wrangler que tiene un nodo Rename-
column para cambiar el nombre de una columna de un conjunto de datos.

Puede exportar las transformaciones de datos a lo siguiente:

• Amazon S3

• SageMaker Tuberías

• Amazon SageMaker Feature Store

• Código Python

Important

Se recomienda utilizar la política administrada AmazonSageMakerFullAccess de IAM 
para conceder permiso a AWS para que utilice Data Wrangler. Si no utiliza la política 
administrada, puede usar una política de IAM que permita a Data Wrangler acceder a 
un bucket de Amazon S3. Para obtener más información acerca de la política, consulte
Seguridad y permisos.

Cuando exporte un flujo de datos, se le cobrará por los recursos de AWS que utilice. Puede utilizar 
etiquetas de asignación de costos para organizar y administrar los costos de esos recursos. Usted 
crea estas etiquetas para su perfil de usuario y Data Wrangler las aplica automáticamente a los 
recursos utilizados para exportar el flujo de datos. Para obtener más información, consulte Uso de 
etiquetas de asignación de costes.

Exportar a Amazon S3.

Data Wrangler le permite exportar sus datos a una ubicación dentro de un bucket de Amazon S3. 
Puede especificar la ubicación mediante uno de los siguientes métodos:

• Nodo de destino: donde Data Wrangler almacena los datos después de haberlos procesado.

• Exportar a: exporta los datos resultantes de una transformación a Amazon S3.

• Exportación de datos: en el caso de conjuntos de datos pequeños, puede exportar rápidamente los 
datos que ha transformado.
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Utilice las siguientes secciones para obtener más información sobre cada uno de estos métodos.

Destination Node

Si desea enviar una serie de pasos de procesamiento de datos que ha realizado a Amazon 
S3, debe crear un nodo de destino. Un nodo de destino indica a Data Wrangler dónde debe 
almacenar los datos después de haberlos procesado. Después de crear un nodo de destino, 
se crea un trabajo de procesamiento para generar los datos. Un trabajo de procesamiento es 
un trabajo de SageMaker procesamiento de Amazon. Cuando utiliza un nodo de destino, este 
ejecuta los recursos computacionales necesarios para enviar los datos que ha transformado a 
Amazon S3.

Puede utilizar un nodo de destino para exportar algunas de las transformaciones o todas las 
transformaciones que haya realizado en su flujo de Data Wrangler.

Puede utilizar varios nodos de destino para exportar diferentes transformaciones o conjuntos de 
transformaciones. El siguiente ejemplo muestra dos nodos de destino en un único flujo de Data 
Wrangler.
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Puede utilizar el siguiente procedimiento para crear nodos de destino y exportarlos a un bucket de 
Amazon S3.

Para exportar el flujo de datos, debe crear nodos de destino y un trabajo de Data Wrangler 
para exportar los datos. Al crear un trabajo de Data Wrangler, se inicia un trabajo SageMaker 
de procesamiento para exportar el flujo. Puede elegir los nodos de destino que desea exportar 
después de haberlos creado.

Note

Puede elegir Crear trabajo en el flujo de Data Wrangler para ver las instrucciones para 
utilizar un trabajo de procesamiento.

Utilice el siguiente procedimiento para crear nodos de destino.
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1. Seleccione el signo + situado junto a los nodos que representan las transformaciones que 
desee exportar.

2. Elija Add destination.

3. Seleccione Amazon S3.
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4. Especifique los siguientes campos.

• Nombre del conjunto de datos: el nombre que especifique para el conjunto de datos que va 
a exportar.

• Tipo de archivo: el formato del archivo que va a exportar.

• Delimitador (solo archivos CSV y Parquet): el valor que se utiliza para separar otros 
valores.

• Compresión (solo archivos CSV y Parquet): método de compresión utilizado para reducir el 
tamaño del archivo. Puede usar los siguientes métodos de compresión:

• bzip2

• deflate

• gzip

• (Opcional) Ubicación de Amazon S3: la ubicación de S3 que utiliza para enviar los 
archivos.
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• (Opcional) Número de particiones: el número de conjuntos de datos que escribe como 
salida del trabajo de procesamiento.

• (Opcional) Partición por columna: escribe todos los datos de la columna con el mismo valor 
único.

• (Opcional) Parámetros de inferencia: si selecciona Generar artefacto de inferencia, se 
aplican todas las transformaciones que haya utilizado en el flujo de Data Wrangler a los 
datos que llegan a su canalización de inferencia. El modelo en su canalización hace 
predicciones sobre los datos transformados.

5. Elija Add destination.

Use el procedimiento siguiente para crear un trabajo de procesamiento.

Cree un trabajo desde la página Flujo de datos y elija los nodos de destino que desee exportar.

Note

Puede elegir Crear trabajo en el flujo de Data Wrangler para ver las instrucciones para 
crear un trabajo de procesamiento.

1. Seleccione Crear trabajo. La siguiente imagen muestra el panel que aparece después de 
seleccionar Crear trabajo.
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2. En Nombre del trabajo, especifique el nombre del trabajo de exportación.

3. Elija los nodos de destino que desea exportar.

4. De forma opcional, puede especificar un ARN de clave de AWS KMS. Una clave de AWS 
KMS es una clave criptográfica que puede utilizar para proteger los datos. Para obtener más 
información acerca de las claves AWS KMS, consulte AWS Key Management Service.

5. De forma opcional, en Parámetros entrenados, elija Reajustar si ha hecho lo siguiente:

• Ha muestreado el conjunto de datos.

• Ha aplicado una transformación que usa sus datos para crear una nueva columna en el 
conjunto de datos.

Para obtener más información sobre cómo reajustar las transformaciones que ha realizado a 
un conjunto de datos completo, consulte Reajuste de las transformaciones a todo el conjunto 
de datos y exportación.
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Note

Para los datos de imagen, Data Wrangler exporta las transformaciones que ha 
llevado a cabo a todas las imágenes. El reajuste de las transformaciones no es 
aplicable a su caso de uso.

6. Elija Configurar trabajo. La siguiente imagen muestra la página Configuración del trabajo.

7. De forma opcional, configure el trabajo de Data Wrangler. Puede hacer las siguientes 
configuraciones:

• Configuración del trabajo

• Configuración de memoria Spark

• Configuración de red

• Etiquetas
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• Parámetros

• Horarios de los asociados

8. Elija Ejecutar.

Export to

Como alternativa al uso de un nodo de destino, puede utilizar la opción Exportar a para exportar 
el flujo de Data Wrangler a Amazon S3 mediante un cuaderno de Jupyter. Puede elegir cualquier 
nodo de datos del flujo de Data Wrangler y exportarlo. Al exportar el nodo de datos, se exporta la 
transformación que representa el nodo y las transformaciones que la preceden.

Utilice el siguiente procedimiento para generar un cuaderno de Jupyter y ejecútelo para exportar 
el flujo de Data Wrangler a Amazon S3.

1. Elija el signo + junto al nodo que desea exportar.

2. Elija Exportar a.

3. Elija Amazon S3 (a través del cuaderno de Jupyter).

4. Ejecute el cuaderno de Jupyter.
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Cuando ejecuta el cuaderno, exporta el flujo de datos (archivo .flow) de la misma Región de AWS 
que el flujo de Data Wrangler.

El cuaderno ofrece opciones que puede utilizar para configurar el trabajo de procesamiento y los 
datos que envía.

Important

Le proporcionamos configuraciones de trabajo para configurar la salida de los datos. En 
cuanto a las opciones de particionamiento y memoria del controlador, se recomienda 
encarecidamente que no especifique ninguna configuración a menos que tenga 
conocimientos sobre ellas.

En Configuraciones del trabajo, puede configurar lo siguiente:

• output_content_type: el tipo de contenido del archivo de salida. Se utiliza CSV como 
formato predeterminado, pero puede especificar Parquet.

• delimiter: el carácter que se utiliza para separar los valores del conjunto de datos al escribir 
en un archivo CSV.

• compression: si se ha definido, comprime el archivo de salida. Se utiliza el formato de 
compresión gzip de forma predeterminada.

• num_partitions: el número de particiones o archivos que Data Wrangler escribe como 
salida.

• partition_by: los nombres de las columnas que se utilizan para particionar la salida.

Para cambiar el formato del archivo de salida de CSV a Parquet, cambie el valor de "CSV"
a "Parquet". En el resto de los campos anteriores, quite los comentarios de las líneas que 
contienen los campos que desee especificar.

En Configurar la memoria del controlador de clúster de Spark (opcional), puede configurar 
las propiedades de Spark para el trabajo, como la memoria del controlador de Spark, en el 
diccionario config.

A continuación se muestra el diccionario config.
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config = json.dumps({ 
    "Classification": "spark-defaults", 
    "Properties": { 
        "spark.driver.memory": f"{driver_memory_in_mb}m", 
    }
}) 
                     

Para aplicar la configuración al trabajo de procesamiento, quite los comentarios de las siguientes 
líneas:

# data_sources.append(ProcessingInput(
#     source=config_s3_uri,
#     destination="/opt/ml/processing/input/conf",
#     input_name="spark-config",
#     s3_data_type="S3Prefix",
#     s3_input_mode="File",
#     s3_data_distribution_type="FullyReplicated"
# ))                         
                         
                     

Export data

Si tiene una transformación en un conjunto de datos pequeño que desea exportar rápidamente, 
puede utilizar el método Exportar datos. Cuando elige Exportar datos, Data Wrangler trabaja de 
forma sincrónica para exportar los datos que haya transformado a Amazon S3. No puede utilizar 
Data Wrangler hasta que termine de exportar los datos o hasta que cancele la operación.

Para obtener información sobre el uso del método Exportar datos en el flujo de Data Wrangler, 
consulte el siguiente procedimiento.

Para utilizar el método Exportar datos:

1. Elija un nodo en el flujo de Data Wrangler abriéndolo (haga doble clic en él).
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2. Configure cómo quiere exportar los datos.

3. Elija Exportar datos.

Cuando exporta el flujo de datos a un bucket de Amazon S3, Data Wrangler almacena una 
copia del archivo de flujo en el bucket de S3. El archivo de flujo se almacena con el prefijo
data_wrangler_flows. Si utiliza el bucket de Amazon S3 predeterminado para almacenar los archivos 
de flujo, se utiliza la siguiente convención de nomenclatura: sagemaker-region-account 
number. Por ejemplo, si su número de cuenta es 111122223333 y utiliza Studio Classic 
en us-east-1, sus conjuntos de datos importados se almacenan en. sagemaker-us-
east-1-111122223333 En este ejemplo, los archivos .flow creados en us-east-1 se almacenan en
s3://sagemaker-region-account number/data_wrangler_flows/.

Exporte a Pipelines SageMaker

Si quieres crear e implementar flujos de trabajo de aprendizaje automático (ML) a gran escala, 
puedes usar SageMaker Pipelines para crear flujos de trabajo que gestionen e SageMaker 
implementen trabajos. Con SageMaker Pipelines, puedes crear flujos de trabajo que gestionen la 
preparación de SageMaker datos, la formación de modelos y los trabajos de implementación de 
modelos. Puedes usar los algoritmos propios que SageMaker ofrece Pipelines. SageMaker Para 
obtener más información sobre SageMaker Pipelines, consulta Pipelines. SageMaker
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Cuando exporta uno o más pasos de su flujo de datos a SageMaker Pipelines, Data Wrangler 
crea un cuaderno de Jupyter que puede usar para definir, instanciar, ejecutar y administrar un 
canalización.

Uso de un cuaderno de Jupyter para crear una canalización

Usa el siguiente procedimiento para crear un cuaderno de Jupyter para exportar tu flujo de Data 
Wrangler a Pipelines. SageMaker

Utilice el siguiente procedimiento para generar un cuaderno de Jupyter y ejecútelo para exportar el 
flujo de Data Wrangler a Pipelines. SageMaker

1. Elija el signo + junto al nodo que desea exportar.

2. Elija Exportar a.

3. Elige SageMaker Pipelines (a través de Jupyter Notebook).

4. Ejecute el cuaderno de Jupyter.

Puede utilizar el cuaderno de Jupyter que produce Data Wrangler para definir una canalización. La 
canalización incluye los pasos de procesamiento de datos definidos por el flujo de Data Wrangler.
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Puede agregar pasos adicionales a la canalización si agrega pasos a la lista steps que aparece en 
el siguiente código del cuaderno:

pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[instance_type, instance_count], 
    steps=[step_process], #Add more steps to this list to run in your Pipeline
)

Para obtener más información sobre la definición de canalizaciones, consulte Definir canalización. 
SageMaker

Exportación a un punto de conexión de inferencia

Utilice su flujo de Data Wrangler para procesar los datos en el momento de la inferencia creando 
una canalización de inferencia en SageMaker serie a partir de su flujo de Data Wrangler. Una 
canalización de inferencia es una serie de pasos que dan como resultado que un modelo entrenado 
haga predicciones a partir de nuevos datos. Una canalización de inferencia en serie dentro de Data 
Wrangler transforma los datos sin procesar y los proporciona al modelo de machine learning para 
que realice una predicción. El proceso de inferencia se crea, ejecuta y administra desde un cuaderno 
de Jupyter en Studio Classic. Para obtener más información acerca de cómo acceder al cuaderno, 
consulte Uso de un cuaderno de Jupyter para crear un punto de conexión de inferencia.

En el cuaderno, puede entrenar un modelo de machine learning o especificar uno que ya haya 
entrenado. Puedes usar Amazon SageMaker Autopilot o XGBoost para entrenar el modelo con los 
datos que has transformado en tu flujo de Data Wrangler.

La canalización permite realizar inferencias por lotes o en tiempo real. También puede añadir el 
flujo de Data Wrangler a Model Registry. SageMaker Para obtener más información acerca de los 
modelos de alojamiento, consulte Alojar varios modelos en un contenedor detrás de un punto de 
conexión.

Important

No puede exportar el flujo de Data Wrangler a un punto de conexión de inferencia si tiene las 
siguientes transformaciones:

• Join

• Concatenar
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• Agrupar por

Si tiene que usar las transformaciones anteriores para preparar los datos, use el siguiente 
procedimiento.

Para preparar los datos para la inferencia con transformaciones no compatibles

1. Cree un flujo de Data Wrangler.

2. Aplique las transformaciones anteriores que no son compatibles.

3. Exporte los datos a un bucket de Amazon S3.

4. Cree un flujo de Data Wrangler independiente.

5. Importe los datos que haya exportado del flujo anterior.

6. Aplique el resto de las transformaciones.

7. Cree una canalización de inferencia en serie con el cuaderno de Jupyter que le 
proporcionamos.

Para obtener información sobre la exportación de datos a un bucket de Amazon S3, consulte
Exportar a Amazon S3.. Para obtener información sobre cómo abrir el cuaderno de Jupyter 
utilizado para crear la canalización de inferencia en serie, consulte Uso de un cuaderno de 
Jupyter para crear un punto de conexión de inferencia.

Data Wrangler hace caso omiso de las transformaciones que eliminan datos en el momento de la 
inferencia. Por ejemplo, Data Wrangler hace caso omiso de la transformación Gestión de valores que 
faltan si utiliza la configuración Eliminar ausentes.

Si ha modificado las transformaciones de todo el conjunto de datos, las transformaciones se 
aplicarán a la canalización de inferencia. Por ejemplo, si empleó el valor de la mediana para imputar 
los valores ausentes, el valor de la mediana resultante del reajuste de la transformada se aplica 
a las solicitudes de inferencia. Puede reajustar las transformaciones del flujo de Data Wrangler 
cuando utilice el cuaderno de Jupyter o cuando exporte los datos a una canalización de inferencia. 
Para obtener información acerca del reajuste de las transformaciones, consulte Reajuste de las 
transformaciones a todo el conjunto de datos y exportación.

La canalización de inferencia en serie admite los siguientes tipos de datos para las cadenas de 
entrada y salida. Cada tipo de datos tiene un conjunto de requisitos.
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Tipos de datos admitidos

• text/csv: el tipo de datos de las cadenas CSV.

• La cadena no puede tener un encabezado.

• Las características utilizadas para la canalización de inferencia deben estar en el mismo orden 
que las características del conjunto de datos de entrenamiento.

• Debe haber un delimitador de coma entre las características.

• Los registros deben estar delimitados por un carácter de nueva línea.

A continuación, se muestra un ejemplo de una cadena CSV con un formato válido que puede 
proporcionar en una solicitud de inferencia.

abc,0.0,"Doe, John",12345\ndef,1.1,"Doe, Jane",67890                     
                 

• application/json: el tipo de datos de las cadenas JSON.

• Las características utilizadas para la canalización de inferencia deben estar en el mismo orden 
que las características del conjunto de datos de entrenamiento.

• Los datos deben tener un esquema específico. El esquema se define como un objeto
instances único que tiene un conjunto de features. Cada objeto features representa una 
observación.

A continuación, se muestra un ejemplo de una cadena JSON con un formato válido que puede 
proporcionar en una solicitud de inferencia.

{ 
    "instances": [ 
        { 
            "features": ["abc", 0.0, "Doe, John", 12345] 
        }, 
        { 
            "features": ["def", 1.1, "Doe, Jane", 67890] 
        } 
    ]
}                   
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Uso de un cuaderno de Jupyter para crear un punto de conexión de inferencia

Utilice el siguiente procedimiento para exportar el flujo de Data Wrangler y crear una canalización de 
inferencia.

Para crear una canalización de inferencia con un cuaderno de Jupyter, haga lo siguiente.

1. Elija el signo + junto al nodo que desea exportar.

2. Elija Exportar a.

3. Elija SageMaker Inference Pipeline (a través de Jupyter Notebook).

4. Ejecute el cuaderno de Jupyter.

Al ejecutar el cuaderno de Jupyter, se crea un artefacto de flujo de inferencia. Un artefacto de flujo 
de inferencia es un archivo de flujo de Data Wrangler con metadatos adicionales que se utiliza para 
crear la canalización de inferencia en serie. El nodo que exporta incluye todas las transformaciones 
de los nodos anteriores.

Important

Data Wrangler necesita el artefacto del flujo de inferencia para ejecutar la canalización de 
inferencia. No puede usar su propio archivo de flujo como artefacto. Debe crearlo mediante el 
procedimiento anterior.

Exportación a código Python

Para exportar todos los pasos del flujo de datos a un archivo de Python que pueda integrar 
manualmente en cualquier flujo de trabajo de procesamiento de datos, utilice el siguiente 
procedimiento.

Utilice el siguiente procedimiento para generar un cuaderno de Jupyter y ejecútelo para exportar el 
flujo de Data Wrangler a Python.

1. Elija el signo + junto al nodo que desea exportar.

2. Elija Exportar a.

3. Elija Código Python.

4. Ejecute el cuaderno de Jupyter.
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Es posible que tenga que configurar el script de Python para que se ejecute en su canalización. Por 
ejemplo, si ejecuta un entorno de Spark, asegúrate de ejecutar el script desde un entorno que tenga 
permiso para acceder a los recursos de AWS.

Exportar a Amazon SageMaker Feature Store

Puedes usar Data Wrangler para exportar las funciones que has creado a Amazon SageMaker 
Feature Store. Una característica es una columna de su conjunto de datos. El almacén de 
características es un almacén centralizado de las características y sus metadatos asociados. Puede 
usar el almacén de características para crear, compartir y administrar datos seleccionados para 
el desarrollo de machine learning (ML). Los almacenes centralizados hacen que los datos sean 
más fáciles de localizar y reutilizables. Para obtener más información sobre Feature Store, consulta
Amazon SageMaker Feature Store.

Un concepto fundamental del almacén de características es el grupo de características. Un grupo 
de características es una colección de características, sus registros (observaciones) y los metadatos 
asociados. Es similar a una tabla de una base de datos.

Puede utilizar Data Wrangler para realizar una de las siguientes acciones:
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• Actualice un grupo de características existente con nuevos registros. Un registro es una 
observación en el conjunto de datos.

• Cree un nuevo grupo de características a partir de un nodo en su flujo de Data Wrangler. Data 
Wrangler agrega las observaciones de sus conjuntos de datos como registros en su grupo de 
características.

Si va a actualizar un grupo de características existente, el esquema de su conjunto de datos 
debe coincidir con el esquema del grupo de características. Todos los registros del grupo de 
características se reemplazan por las observaciones del conjunto de datos.

Puede usar un cuaderno de Jupyter o un nodo de destino para actualizar su grupo de características 
con las observaciones del conjunto de datos.

Si tus grupos de funciones con el formato de tabla Iceberg tienen una clave de cifrado de tienda 
fuera de línea personalizada, asegúrate de conceder al IAM que estás utilizando para el trabajo 
de Amazon SageMaker Processing los permisos para usarla. Como mínimo, debe otorgarle 
permisos para cifrar los datos que escribe en Amazon S3. Para conceder los permisos, asigne 
a la función de IAM la posibilidad de utilizar la. GenerateDataKey Para obtener más información 
sobre cómo conceder permisos a roles de IAM para usar claves de AWS KMS, consulte https:// 
docs.aws.amazon.com/kms/latest/developerguide/key-policies.html.

Destination Node

Si desea enviar una serie de pasos de procesamiento de datos que ha realizado a un grupo de 
características, debe crear un nodo de destino. Cuando crea y ejecuta un nodo de destino, Data 
Wrangler actualiza un grupo de características con sus datos. También puede crear un nuevo 
grupo de características desde la interfaz de usuario del nodo de destino. Después de crear un 
nodo de destino, se crea un trabajo de procesamiento para generar los datos. Un trabajo de 
procesamiento es un trabajo de SageMaker procesamiento de Amazon. Cuando utiliza un nodo 
de destino, este ejecuta los recursos computacionales necesarios para enviar los datos que ha 
transformado al grupo de características.

Puede utilizar un nodo de destino para exportar algunas de las transformaciones o todas las 
transformaciones que haya realizado en su flujo de Data Wrangler.

Utilice el siguiente procedimiento para crear un nodo de destino para actualizar un grupo de 
características con las observaciones de su conjunto de datos.

Para actualizar un grupo de características mediante un nodo de destino, haga lo siguiente.
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Note

Puede elegir Crear trabajo en el flujo de Data Wrangler para ver las instrucciones para 
utilizar un trabajo de procesamiento para actualizar un grupo de características.

1. Elija el símbolo + junto al nodo que contiene el conjunto de datos que desea exportar.

2. En Añadir destino, selecciona SageMaker Feature Store.

3. Elija (haga doble clic) el grupo de características. Data Wrangler comprueba si el esquema 
del grupo de características coincide con el esquema de los datos que se utilizan para 
actualizar el grupo de características.

4. De forma opcional, seleccione Exportar a un almacenamiento sin conexión solo para los 
grupos de características que tengan un almacenamiento en línea y un almacenamiento sin 
conexión. Esta opción solo actualiza el almacenamiento sin conexión con las observaciones 
de su conjunto de datos.

5. Después de que Data Wrangler valide el esquema de su conjunto de datos, elija Agregar.

Utilice el siguiente procedimiento para crear un nuevo grupo de características con los datos del 
conjunto de datos.

Puede almacenar el grupo de características de una de las siguientes formas:
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• Tienda online: caché de baja latencia y alta disponibilidad de un grupo de características que 
permite la búsqueda de registros en tiempo real. El almacenamiento en línea permite acceder 
rápidamente al último valor de un registro de un grupo de características.

• Sin conexión: almacena datos de su grupo de características en un bucket de Amazon 
S3. Puede almacenar sus datos sin conexión cuando no necesite lecturas de baja latencia 
(inferiores a un segundo). Puede utilizar un almacenamiento sin conexión para las 
características que se utilizan en la exploración de datos, el entrenamiento de modelos y la 
inferencia por lotes.

• Tanto en línea como sin conexión: almacena sus datos tanto en un almacenamiento en línea 
como en un almacenamiento sin conexión.

Para crear un grupo de características mediante un nodo de destino, haga lo siguiente.

1. Elija el símbolo + junto al nodo que contiene el conjunto de datos que desea exportar.

2. En Añadir destino, selecciona SageMaker Feature Store.

3. Elija Crear grupo de características.

4. En el siguiente cuadro de diálogo, si su conjunto de datos no tiene una columna de hora del 
evento, seleccione Crear columna EventTime «».

5. Elija Siguiente.

6. Elija Copiar esquema de JSON. Al crear un grupo de características, pega el esquema en las 
definiciones de características.

7. Seleccione Crear.

8. En Nombre del grupo de características, especifique un nombre para su grupo de 
características.

9. En Descripción (opcional), especifique una descripción para que su grupo de características 
sea más fácil de localizar.

10. Para crear un grupo de características para un almacenamiento en línea, haga lo siguiente.

a. Seleccione Habilitar el almacenamiento en línea.

b. En Clave de cifrado del almacenamiento en línea, especifique una clave de cifrado 
administrada por AWS o una clave de cifrado propia.

11. Para crear un grupo de características para un almacenamiento sin conexión, haga lo 
siguiente.
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a. Seleccione Habilitar el almacenamiento sin conexión. Especifique los valores en los 
siguientes campos:

• Nombre del bucket de S3: el nombre del bucket de Amazon S3 que almacena el grupo 
de características.

• (Opcional) Nombre del directorio del conjunto de datos: el prefijo de Amazon S3 que 
utiliza para almacenar el grupo de características.

• ARN del rol de IAM: el rol de IAM que tiene acceso al almacén de características.

• Formato de tabla: formato de la tabla del almacenamiento sin conexión. Puede 
especificar Glue o Iceberg. El formato predeterminado es Glue.

• Clave de cifrado del almacenamiento sin conexión: de forma predeterminada, el 
almacén de características utiliza una clave administrada de AWS Key Management 
Service, pero puede utilizar el campo para especificar una clave propia.

b. Especifique los valores en los siguientes campos:

• Nombre del bucket de S3: el nombre del bucket que almacena el grupo de 
características.

• (Opcional) Nombre del directorio del conjunto de datos: el prefijo de Amazon S3 que 
utiliza para almacenar el grupo de características.

• ARN del rol de IAM: el rol de IAM que tiene acceso al almacén de características.

• Clave de cifrado del almacenamiento sin conexión: de forma predeterminada, el 
almacén de características utiliza una clave administrada de AWS, pero puede utilizar 
el campo para especificar una clave propia.

12. Elija Continuar.

13. Elija JSON.

14. Elimine los corchetes de los marcadores de posición de la ventana.

15. Pegue el texto JSON del paso 6.

16. Elija Continuar.

17. En NOMBRE DE CARACTERÍSTICA DE IDENTIFICADOR DE REGISTRO, elija la columna 
del conjunto de datos que tenga identificadores únicos para cada registro del conjunto de 
datos.

18. En NOMBRE DE CARACTERÍSTICA DE HORA DEL EVENTO, elija la columna con los 
valores de la marca temporal.
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19. Elija Continuar.

20. De forma opcional, agregue etiquetas para que su grupo de características sea más fácil de 
localizar.

21. Elija Continuar.

22. Elija Crear grupo de características.

23. Vuelva al flujo de Data Wrangler y elija el icono de actualización situado junto a la barra de 
búsqueda del Grupo de características.

Note

Si ya ha creado un nodo de destino para un grupo de características dentro de un flujo, no 
podrá crear otro nodo de destino para el mismo grupo de características. Si desea crear 
otro nodo de destino para el mismo grupo de características, debe crear otro archivo de 
flujo.

Utilice el siguiente procedimiento para crear un trabajo de Data Wrangler.

Cree un trabajo desde la página Flujo de datos y elija los nodos de destino que desee exportar.

1. Seleccione Crear trabajo. La siguiente imagen muestra el panel que aparece después de 
seleccionar Crear trabajo.

2. En Nombre del trabajo, especifique el nombre del trabajo de exportación.

3. Elija los nodos de destino que desea exportar.

4. De forma opcional, en Clave de KMS de salida, especifique el ARN, o alias, de la clave de 
AWS KMS. Una clave de KMS es una clave criptográfica. Puede usar la clave para cifrar los 
datos de salida del trabajo. Para obtener más información acerca de las claves AWS KMS, 
consulte AWS Key Management Service.

5. La siguiente imagen muestra la página Configurar trabajo con la pestaña Configuración del 
trabajo abierta.
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De forma opcional, en Parámetros entrenados, elija Reajustar si ha hecho lo siguiente:

• Ha muestreado el conjunto de datos.

• Ha aplicado una transformación que usa sus datos para crear una nueva columna en el 
conjunto de datos.

Para obtener más información sobre cómo reajustar las transformaciones que ha realizado a 
un conjunto de datos completo, consulte Reajuste de las transformaciones a todo el conjunto 
de datos y exportación.

6. Elija Configurar trabajo.

7. De forma opcional, configure el trabajo de Data Wrangler. Puede hacer las siguientes 
configuraciones:

• Configuración del trabajo
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• Configuración de memoria Spark

• Configuración de red

• Etiquetas

• Parámetros

• Horarios de los asociados

8. Elija Ejecutar.

Jupyter notebook

Usa el siguiente procedimiento con un bloc de notas de Jupyter para exportarlo a Amazon 
SageMaker Feature Store.

Utilice el siguiente procedimiento para generar un cuaderno de Jupyter y ejecútelo para exportar 
el flujo de Data Wrangler al almacén de características.

1. Elija el signo + junto al nodo que desea exportar.

2. Elija Exportar a.

3. Elige Amazon SageMaker Feature Store (a través de Jupyter Notebook).

4. Ejecute el cuaderno de Jupyter.
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Al ejecutar un cuaderno de Jupyter, se ejecuta un trabajo de Data Wrangler. Al ejecutar un trabajo 
de Data Wrangler se inicia un trabajo de procesamiento. SageMaker El trabajo de procesamiento 
incorpora el flujo a un almacén de características en línea y sin conexión.

Important

El rol de IAM que utilice debe tener asociadas las siguientes políticas administradas por 
AWS: AmazonSageMakerFullAccess y AmazonSageMakerFeatureStoreAccess.

Solo necesita habilitar un almacén de características en línea o sin conexión al crear un 
grupo de características. También puede habilitar ambos. Para deshabilitar la creación de un 
almacenamiento en línea, establezca EnableOnlineStore en False:

# Online Store Configuration
online_store_config = { 
    "EnableOnlineStore": False
}

El cuaderno utiliza los nombres de las columnas y los tipos del marco de datos que exporta 
para crear un esquema de grupo de características, que se utiliza para crear un grupo de 
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características. Un grupo de características es un conjunto de características definidas en 
el almacén de características para describir un registro. El grupo de características define el 
esquema y las características contenidas en el grupo de características. La definición de un grupo 
de características se compone de una lista de características, un nombre de característica de 
identificador de registro, un nombre de característica de hora del evento y configuraciones para 
su almacenamiento en línea y almacenamiento sin conexión.

Cada característica de un grupo de características puede tener uno de los siguientes tipos:
cadena, fracción o entero. Si una columna del marco de datos exportado no es uno de estos 
tipos, el valor predeterminado es String.

A continuación se muestra un ejemplo de un esquema de grupo de características.

column_schema = [ 
    { 
        "name": "Height", 
        "type": "long" 
    }, 
    { 
        "name": "Input", 
        "type": "string" 
    }, 
    { 
        "name": "Output", 
        "type": "string" 
    }, 
    { 
        "name": "Sum", 
        "type": "string" 
    }, 
    { 
        "name": "Time", 
        "type": "string" 
    }
]

Además, tiene que especificar un nombre de identificador de registro y un nombre de 
característica de hora del evento:

• El nombre de identificador de registro es el nombre de la característica cuyo valor identifica de 
forma exclusiva un registro definido en el almacén de características. En el almacenamiento 
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en línea solo se almacena el registro más reciente por valor del identificador. El nombre de 
característica de identificador de registro debe ser uno de los nombres de las definiciones de 
características.

• El nombre de característica de hora del evento es el nombre de la característica que 
almacena la EventTime de un registro en un grupo de características. Una EventTime es un 
momento en el tiempo en el que se produce un nuevo evento que corresponde a la creación o 
actualización de una característica. Todos los registros del grupo de características deben tener 
una EventTime correspondiente.

El cuaderno utiliza estas configuraciones para crear un grupo de características, procesar 
los datos a escala y, a continuación, incorporar los datos procesados a los almacenes de 
características en línea y sin conexión. Para obtener más información, consulte Data Sources and 
Ingestion.

El cuaderno utiliza estas configuraciones para crear un grupo de características, procesar los datos a 
escala y, a continuación, incorporar los datos procesados a los almacenes de características en línea 
y sin conexión. Para obtener más información, consulte Data Sources and Ingestion.

Reajuste de las transformaciones a todo el conjunto de datos y exportación

Al importar datos, Data Wrangler utiliza una muestra de los datos para aplicar las codificaciones. 
De forma predeterminada, Data Wrangler usa las primeras 50 000 filas como muestra, pero puede 
importar todo el conjunto de datos o usar un método de muestreo diferente. Para obtener más 
información, consulte Importación.

Las siguientes transformaciones utilizan sus datos para crear una columna en el conjunto de datos:

• Codificar categóricos

• Caracterización del texto

• Gestionar valores atípicos

• Gestión de valores que faltan

Si empleó el muestreo para importar los datos, las transformaciones anteriores solo usan los datos 
de la muestra para crear la columna. Es posible que la transformación no haya utilizado todos los 
datos pertinentes. Por ejemplo, si usa la transformación Codificación categórica, podría haber una 
categoría en todo el conjunto de datos que no esté presente en la muestra.
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Puede usar un nodo de destino o un cuaderno de Jupyter para reajustar las transformaciones a todo 
el conjunto de datos. Cuando Data Wrangler exporta las transformaciones del flujo, crea un trabajo 
de procesamiento. SageMaker Cuando finaliza el trabajo de procesamiento, Data Wrangler guarda 
los siguientes archivos en la ubicación predeterminada de Amazon S3 o en una ubicación S3 que 
usted especifique:

• El archivo de flujo de Data Wrangler que especifica las transformaciones que se reajustan al 
conjunto de datos

• El conjunto de datos al que se le han aplicado las transformaciones de reajuste

Puede abrir un archivo de flujo de Data Wrangler en Data Wrangler y aplicar las transformaciones 
a un conjunto de datos diferente. Por ejemplo, si ha aplicado las transformaciones a un conjunto 
de datos de entrenamiento, puede abrir y usar el archivo de flujo de Data Wrangler para aplicar las 
transformaciones a un conjunto de datos utilizado para la inferencia.

Para obtener información sobre el uso de nodos de destino para reajustar las transformaciones y 
exportar, consulte las siguientes páginas:

• Exportar a Amazon S3.

• Exportar a Amazon SageMaker Feature Store

Utilice el siguiente procedimiento para ejecutar un cuaderno de Jupyter para reajustar las 
transformaciones y exportar los datos.

Para ejecutar un cuaderno de Jupyter, reajustar las transformaciones y exportar el flujo de Data 
Wrangler, haga lo siguiente.

1. Elija el signo + junto al nodo que desea exportar.

2. Elija Exportar a.

3. Elija la ubicación a la que va a exportar los datos.

4. En el objeto refit_trained_params, establezca refit en True.

5. Para el campo output_flow, especifique el nombre del archivo de flujo de salida con las 
transformaciones de reajuste.

6. Ejecute el cuaderno de Jupyter.
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Creación de una programación para procesar automáticamente los datos nuevos

Si procesa datos periódicamente, puede crear una programación para ejecutar el trabajo de 
procesamiento de forma automática. Por ejemplo, puede crear una programación que ejecute 
un trabajo de procesamiento automáticamente cuando obtenga datos nuevos. Para obtener más 
información acerca de estos trabajos de procesamiento, consulte Exportar a Amazon S3. y Exportar 
a Amazon SageMaker Feature Store.

Al crear un trabajo, debe especificar un rol de IAM que tenga permisos para crear el trabajo. 
De forma predeterminada, el rol de IAM que utiliza para acceder a Data Wrangler es
SageMakerExecutionRole.

Los siguientes permisos permiten a Data Wrangler acceder a los trabajos de procesamiento 
EventBridge y EventBridge ejecutarlos:

• Añada la siguiente política AWS gestionada a la función de ejecución de Amazon SageMaker 
Studio Classic que proporciona a Data Wrangler permisos de uso: EventBridge

arn:aws:iam::aws:policy/AmazonEventBridgeFullAccess 
                 

Para obtener más información sobre la política, consulte las políticas AWS administradas de. 
EventBridge

• Agregue la siguiente política al rol de IAM que especifica al crear un trabajo en Data Wrangler:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": "sagemaker:StartPipelineExecution", 
            "Resource": "arn:aws:sagemaker:Region:AWS-account-id:pipeline/data-
wrangler-*" 
        } 
    ]
} 
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Si utiliza la función de IAM predeterminada, añada la política anterior a la función de ejecución de 
Amazon SageMaker Studio Classic.

Añada la siguiente política de confianza al rol para poder EventBridge asumirlo.

{ 
    "Effect": "Allow", 
    "Principal": { 
        "Service": "events.amazonaws.com" 
    }, 
    "Action": "sts:AssumeRole"
} 
                 

Important

Al crear una programación, Data Wrangler crea una eventRule entrada. EventBridge Se 
le cobrará tanto por las reglas de eventos que cree como por las instancias que utilice para 
ejecutar el trabajo de procesamiento.
Para obtener información sobre EventBridge los precios, consulta los  EventBridge precios de 
Amazon. Para obtener información sobre cómo procesar los precios de los trabajos, consulta
Amazon SageMaker Pricing.

Utilice uno de los métodos siguientes para definir una programación:

• Expresiones CRON

Note

Data Wrangler no admite las siguientes expresiones:

• LW#

• Abreviaturas para días

• Abreviaturas para días

• Expresiones de frecuencia
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• Recurrente: establece un intervalo de una hora o un día para ejecutar el trabajo.

• Hora específica: establece días y horas concretos para ejecutar el trabajo.

En las siguientes secciones se presentan procedimientos para crear trabajos.

CRON

Utilice el siguiente procedimiento para crear una programación con una expresión CRON.

Para especificar una programación con una expresión CRON, haga lo siguiente.

1. Abra el flujo de Data Wrangler.

2. Seleccione Crear trabajo.

3. De forma opcional, en Clave de KMS de salida, especifique una clave de AWS KMS para 
configurar la salida del trabajo.

4. Elija Siguiente, 2. Configurar el trabajo.

5. Seleccione Horarios de los asociados.

6. Elija Crear una nueva programación.

7. En Nombre de la programación, especifique el nombre de la programación.

8. En Frecuencia de ejecución, elija CRON.

9. Especifique una expresión CRON válida.

10. Seleccione Crear.

11. De forma opcional, elija Agregar otra programación para ejecutar el trabajo según una 
programación adicional.

Note

Puede asociar un máximo de dos programaciones. Las programaciones son 
independientes y no se afectan entre sí a menos que los horarios se superpongan.

12. Seleccione una de las siguientes opciones:

• Programar y ejecutar ahora: el trabajo se ejecuta inmediatamente en Data Wrangler y, 
posteriormente, se ejecuta según las programaciones.

• Solo programar: el trabajo de Data Wrangler solo se ejecuta en los horarios que usted 
especifique.
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13. Elija Ejecutar.

RATE

Utilice el siguiente procedimiento para crear una programación con una expresión de frecuencia.

Para especificar una programación con una expresión de frecuencia, haga lo siguiente.

1. Abra el flujo de Data Wrangler.

2. Seleccione Crear trabajo.

3. De forma opcional, en Clave de KMS de salida, especifique una clave de AWS KMS para 
configurar la salida del trabajo.

4. Elija Siguiente, 2. Configurar el trabajo.

5. Seleccione Horarios de los asociados.

6. Elija Crear una nueva programación.

7. En Nombre de la programación, especifique el nombre de la programación.

8. En Frecuencia de ejecución, elija Velocidad.

9. En Valor, especifique un valor entero.

10. En Unidad, seleccione una de las opciones siguientes:

• Minutos

• Horas

• Días

11. Seleccione Crear.

12. De forma opcional, elija Agregar otra programación para ejecutar el trabajo según una 
programación adicional.

Note

Puede asociar un máximo de dos programaciones. Las programaciones son 
independientes y no se afectan entre sí a menos que los horarios se superpongan.

13. Seleccione una de las siguientes opciones:

• Programar y ejecutar ahora: el trabajo se ejecuta inmediatamente en Data Wrangler y, 
posteriormente, se ejecuta según las programaciones.
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• Solo programar: el trabajo de Data Wrangler solo se ejecuta en los horarios que usted 
especifique.

14. Elija Ejecutar.

Recurring

Utilice el siguiente procedimiento para crear un programa que ejecute un trabajo de forma 
recurrente.

Para especificar una programación con una expresión CRON, haga lo siguiente.

1. Abra el flujo de Data Wrangler.

2. Seleccione Crear trabajo.

3. De forma opcional, en Clave de KMS de salida, especifique una clave de AWS KMS para 
configurar la salida del trabajo.

4. Elija Siguiente, 2. Configurar el trabajo.

5. Seleccione Horarios de los asociados.

6. Elija Crear una nueva programación.

7. En Nombre de la programación, especifique el nombre de la programación.

8. En Frecuencia de ejecución, asegúrese de que esté seleccionada la opción Recurrente de 
forma predeterminada.

9. En Cada x horas, especifique la frecuencia horaria con la que se ejecuta el trabajo durante el 
día. Los valores válidos son enteros en el rango inclusivo de 1 a23.

10. Para En días, seleccione una de las siguientes opciones:

• Todos los días

• Fines de semana

• Días laborales

• Seleccionar días

• De forma opcional, si eligió Seleccionar días, elija los días de la semana en los que se 
ejecutará el trabajo.
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Note

El horario se restablece cada día. Si programa un trabajo para que se ejecute cada 
cinco horas, se ejecutará en los siguientes momentos del día:

• 00:00

• 05:00

• 10:00

• 15:00

• 20:00

11. Seleccione Crear.

12. De forma opcional, elija Agregar otra programación para ejecutar el trabajo según una 
programación adicional.

Note

Puede asociar un máximo de dos programaciones. Las programaciones son 
independientes y no se afectan entre sí a menos que los horarios se superpongan.

13. Seleccione una de las siguientes opciones:

• Programar y ejecutar ahora: el trabajo se ejecuta inmediatamente en Data Wrangler y, 
posteriormente, se ejecuta según las programaciones.

• Solo programar: el trabajo de Data Wrangler solo se ejecuta en los horarios que usted 
especifique.

14. Elija Ejecutar.

Specific time

Utilice el siguiente procedimiento para crear una programación que ejecute un trabajo en 
momentos concretos.

Para especificar una programación con una expresión CRON, haga lo siguiente.

1. Abra el flujo de Data Wrangler.
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2. Seleccione Crear trabajo.

3. De forma opcional, en Clave de KMS de salida, especifique una clave de AWS KMS para 
configurar la salida del trabajo.

4. Elija Siguiente, 2. Configurar el trabajo.

5. Seleccione Horarios de los asociados.

6. Elija Crear una nueva programación.

7. En Nombre de la programación, especifique el nombre de la programación.

8. Seleccione Crear.

9. De forma opcional, elija Agregar otra programación para ejecutar el trabajo según una 
programación adicional.

Note

Puede asociar un máximo de dos programaciones. Las programaciones son 
independientes y no se afectan entre sí a menos que los horarios se superpongan.

10. Seleccione una de las siguientes opciones:

• Programar y ejecutar ahora: el trabajo se ejecuta inmediatamente en Data Wrangler y, 
posteriormente, se ejecuta según las programaciones.

• Solo programar: el trabajo de Data Wrangler solo se ejecuta en los horarios que usted 
especifique.

11. Elija Ejecutar.

Puede utilizar Amazon SageMaker Studio Classic para ver los trabajos que están programados para 
ejecutarse. Sus trabajos de procesamiento se ejecutan dentro de SageMaker Pipelines. Cada trabajo 
de procesamiento tiene su propia canalización. Se ejecuta como un paso de procesamiento dentro 
de la canalización. Puede ver las programaciones que ha creado dentro de una canalización. Para 
obtener información acerca de cómo visualizar una canalización, consulte Ver una canalización.

Utilice el siguiente procedimiento para ver los trabajos que ha programado.

Para ver los trabajos que ha programado, haga lo siguiente.

1. Abre Amazon SageMaker Studio Classic.

2. Abra SageMaker Pipelines
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3. Vea las canalizaciones de los trabajos que ha creado.

La canalización que ejecuta el trabajo usa el nombre del trabajo como prefijo. Por ejemplo, si 
ha creado un trabajo denominado housing-data-feature-enginnering, el nombre de la 
canalización es data-wrangler-housing-data-feature-engineering.

4. Elija la canalización que contiene su trabajo.

5. Vea el estado de las canalizaciones. Las canalizaciones con un Estado Correcto han ejecutado 
el trabajo de procesamiento correctamente.

Para detener la ejecución del trabajo de procesamiento, haga lo siguiente:

Para detener la ejecución de un trabajo de procesamiento, elimine la regla de eventos que especifica 
la programación. Al eliminar una regla de eventos, se detiene la ejecución de todos los trabajos 
asociados a la programación. Para obtener información sobre cómo eliminar una regla, consulta 
Cómo deshabilitar o eliminar una EventBridge regla de Amazon.

También puede detener y eliminar las canalizaciones asociadas a las programaciones. Para obtener 
información sobre cómo detener una canalización, consulta StopPipelineExecution. Para obtener 
información sobre la eliminación de una canalización, consulte DeletePipeline.

Utilice un widget interactivo de preparación de datos en un bloc de notas 
clásico de Amazon SageMaker Studio para obtener información valiosa 
sobre los datos

Utilice el widget de preparación de datos de Data Wrangler para interactuar con los datos, obtener 
visualizaciones, explorar información útil y solucionar problemas de calidad de los datos.

Puede acceder al widget de preparación de datos desde una libreta Amazon SageMaker Studio 
Classic. Para cada columna, el widget crea una visualización que le ayuda a comprender mejor su 
distribución. Si una columna tiene problemas con la calidad de los datos, aparece una advertencia en 
su encabezado.

Para ver los problemas de calidad de los datos, seleccione el encabezado de la columna que 
muestra la advertencia. Puede usar la información que obtenga de las observaciones y las 
visualizaciones para aplicar las transformaciones integradas en el widget para ayudarle a solucionar 
los problemas.

Utilice la preparación de datos en un cuaderno clásico de Studio para obtener información valiosa sobre 
los datos
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Por ejemplo, el widget puede detectar que hay una columna que solo tiene un valor único y mostrar 
una advertencia. La advertencia ofrece la opción de eliminar la columna del conjunto de datos.

Introducción al uso del widget

Utilice la siguiente información como ayuda para comenzar a utilizar un cuaderno.

Abre una libreta en Amazon SageMaker Studio Classic. Para obtener información sobre cómo abrir 
un cuaderno, consulte Crear o abrir un bloc de notas Amazon SageMaker Studio Classic.

Important

Para ejecutar el widget, el cuaderno debe utilizar una de las siguientes imágenes:

• Python 3 (Ciencia de datos) con Python 3.7

• Python 3 (Ciencia de datos 2.0) con Python 3.8

• Python 3 (Ciencia de datos 3.0) con Python 3.10

• SparkAnalytics 1.0

• SparkAnalytics 2.0

Para obtener más información acerca de las imágenes base, consulte  SageMaker Imágenes 
de Amazon disponibles.

Utilice el siguiente código para importar el widget de preparación de datos y pandas. El widget utiliza 
marcos de datos de pandas para analizar los datos.

import pandas as pd
import sagemaker_datawrangler

El siguiente código de ejemplo carga un archivo en el marco de datos denominado df.

df = pd.read_csv("example-dataset.csv")

Puede usar un conjunto de datos en cualquier formato que pueda cargar como un objeto de marco 
de datos de pandas. Para obtener más información sobre los formatos de pandas, consulte IO tools 
(text, CSV, HDF5, …).

Utilice la preparación de datos en un cuaderno clásico de Studio para obtener información valiosa sobre 
los datos
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La siguiente celda ejecuta la variable df para iniciar el widget.

df

En la parte superior del marco de datos, se incluyen las siguientes opciones:

• Ver la tabla de Pandas: cambia entre la visualización interactiva y una tabla de pandas.

• Usar todas las filas del conjunto de datos para calcular la información. El uso de todo el conjunto 
de datos podría aumentar el tiempo que se tarda en generar la información. Si no selecciona la 
opción, Data Wrangler calcula la información de las primeras 10 000 filas del conjunto de datos.

El marco de datos muestra las primeras 1000 filas del conjunto de datos. El encabezado de cada 
columna tiene un gráfico de barras apiladas que muestra las características de la columna. Muestra 
la proporción de valores válidos, valores no válidos y valores ausentes. Puede pasar el ratón sobre 
las distintas partes del gráfico de barras apiladas para obtener los porcentajes calculados.

Cada columna tiene una visualización en el encabezado. A continuación se muestran los tipos de 
visualizaciones que pueden tener las columnas:

• Categórico: gráfico de barras

• Numérico: histograma

• Fecha y hora: gráfico de barras

• Texto: gráfico de barras

Para cada visualización, el widget de preparación de datos resalta los valores atípicos en naranja.

Al elegir una columna, se abre un panel lateral. El panel lateral muestra la pestaña Observaciones. El 
panel proporciona un recuento de los siguientes tipos de valores:

• Valores no válidos: valores cuyo tipo no coincide con el tipo de columna.

• Valores ausentes: valores que faltan, como NaN o None.

• Valores válidos: valores que no son ni ausentes ni inválidos.

En el caso de las columnas numéricas, la pestaña Observaciones muestra las siguientes estadísticas 
de resumen:

• Mínimo: el valor más pequeño.

Utilice la preparación de datos en un cuaderno clásico de Studio para obtener información valiosa sobre 
los datos
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• Máximo: el valor más alto.

• Media: la media de los valores.

• Modo: el valor que aparece con más frecuencia.

• Desviación estándar: la desviación estándar de los valores.

En el caso de las columnas categóricas, la pestaña Observaciones muestra las siguientes 
estadísticas de resumen:

• Valores únicos: el número de valores únicos en la columna.

• Superior: el valor que aparece con más frecuencia.

Las columnas que tienen iconos de advertencia en los encabezados tienen problemas de calidad 
de los datos. Al elegir una columna, se abre la pestaña Calidad de los datos que puede utilizar para 
buscar transformaciones que le ayuden a solucionar el problema. La advertencia tiene uno de los 
siguientes niveles de gravedad:

• Bajo: problemas que tal vez no afecten al análisis, pero cuya solución puede resultar útil.

• Medio: problemas que probablemente afecten al análisis, pero que probablemente no sea crucial 
solucionarlos.

• Alto: problemas graves que se recomienda encarecidamente solucionar.

Note

El widget ordena la columna para mostrar los valores que tienen problemas de calidad de los 
datos en la parte superior del marco de datos. También resalta los valores que causan los 
problemas. El color del resaltado corresponde al nivel de gravedad.

En TRANSFORMACIONES SUGERIDAS, puede elegir una transformación para solucionar el 
problema de calidad de los datos. El widget puede ofrecer varias transformaciones que pueden 
solucionar el problema. Puede ofrecer recomendaciones para las transformaciones que mejor se 
adapten al problema. Puede mover el cursor sobre la transformación para obtener más información 
sobre ella.

Para aplicar una transformación al conjunto de datos, seleccione Aplicar y exportar código. 
La transformación modifica el conjunto de datos y actualiza la visualización con los valores 

Utilice la preparación de datos en un cuaderno clásico de Studio para obtener información valiosa sobre 
los datos
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modificados. El código de la transformación aparece en la siguiente celda del cuaderno. Si aplica 
transformaciones adicionales al conjunto de datos, el widget anexa las transformaciones a la celda. 
Puede utilizar el código que genera el widget para hacer lo siguiente:

• Personalízalo para que se adapte mejor a tus necesidades.

• Usarlo en sus propios flujos de trabajo.

Para reproducir todas las transformaciones que ha realizado, vuelva a ejecutar todas las celdas del 
cuaderno.

El widget puede proporcionar información y advertencias para la columna objetivo. La columna 
objetivo es la columna que intenta predecir. Utilice el siguiente procedimiento para obtener 
información sobre la columna objetivo.

Para obtener información sobre la columna objetivo, haga lo siguiente.

1. Elija la columna que va a utilizar como columna objetivo.

2. Elija Seleccionar como columna objetivo.

3. Elija el tipo de problema. La información y las advertencias del widget se adaptan a los tipos de 
problemas. Los tipos de problemas son los siguientes:

• Clasificación: la columna objetivo contiene datos categóricos.

• Regresión: la columna objetivo contiene datos numéricos.

4. Elija Ejecutar.

5. De forma opcional, en Información de la columna objetivo, elija una de las transformaciones 
sugeridas.

Referencia para la información y las transformaciones del widget

En el caso de las columnas de características (columnas que no son la columna objetivo), puede 
obtener la siguiente información para advertirle de problemas con el conjunto de datos.

• Valores ausentes: en la columna faltan valores como None, NaN (no un número) o NaT (no una 
marca de tiempo). Muchos algoritmos de machine learning no admiten valores ausentes en los 
datos de entrada. Por lo tanto, rellenarlos o eliminar las filas con los datos ausentes es un paso 
crucial para la preparación de los datos. Si aparece la advertencia de valores ausentes, puede 
utilizar una de las siguientes transformaciones para corregir el problema.

Utilice la preparación de datos en un cuaderno clásico de Studio para obtener información valiosa sobre 
los datos
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• Eliminar ausentes: elimina las filas con valores ausentes. Recomendamos eliminar las filas 
cuando el porcentaje de filas con datos ausentes sea pequeño y no sea apropiado imputar los 
valores ausentes.

• Reemplazar por un valor nuevo: reemplaza los valores textuales ausentes por Other. Puede 
cambiar Other a un valor diferente en el código de salida. Sustituye los valores numéricos 
ausentes por 0.

• Reemplazar por media: reemplaza los valores ausentes por la media de la columna.

• Reemplazar por mediana: reemplaza los valores ausentes por la mediana de la columna.

• Eliminar columna: elimina la columna con los valores ausentes del conjunto de datos. Se 
recomienda eliminar toda la columna cuando haya un alto porcentaje de filas en las que falten 
datos.

• Valores ausentes encubiertos: la columna tiene valores ausentes encubiertos. Un valor ausente 
encubierto es un valor que no está codificado explícitamente como valor ausente. Por ejemplo, en 
lugar de usar NaN para indicar un valor ausente, el valor podría ser Placeholder. Puede utilizar 
una de las siguientes transformaciones para gestionar los valores ausentes:

• Eliminar ausentes: elimina las filas con valores ausentes.

• Reemplazar por un valor nuevo: reemplaza los valores textuales ausentes por Other. Puede 
cambiar Other a un valor diferente en el código de salida. Sustituye los valores numéricos 
ausentes por 0.

• Columna constante: la columna solo tiene un valor. Por lo tanto, no tiene poder predictivo. Se 
recomienda encarecidamente utilizar la transformación Eliminar columna para eliminar la columna 
del conjunto de datos.

• Columna de ID: la columna no tiene valores repetidos. Todos los valores de la columna son únicos. 
Pueden ser identificadores o claves de bases de datos. Sin información adicional, la columna no 
tiene poder predictivo. Se recomienda encarecidamente utilizar la transformación Eliminar columna
para eliminar la columna del conjunto de datos.

• Cardinalidad alta: la columna tiene un alto porcentaje de valores únicos. La cardinalidad alta limita 
el poder predictivo de las columnas categóricas. Examine la importancia de la columna en su 
análisis y considere la posibilidad de utilizar la transformación Eliminar columnas para eliminarla.

En el caso de la columna objetivo, puede obtener la siguiente información para advertirle de 
problemas con el conjunto de datos. Puede usar la transformación sugerida que viene con la 
advertencia para corregir el problema.

Utilice la preparación de datos en un cuaderno clásico de Studio para obtener información valiosa sobre 
los datos
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• Tipos de datos mixtos en el objetivo (regresión): hay algunos valores no numéricos en la columna 
objetivo. Es posible que haya errores en la entrada de datos. Se recomienda eliminar las filas que 
tienen valores que no se pueden convertir.

• Etiqueta frecuente: algunos valores de la columna objetivo aparecen con más frecuencia de lo 
que sería normal en un contexto de regresión. Es posible que haya un error en la recopilación o el 
procesamiento de los datos. Una categoría que aparezca con frecuencia puede indicar que el valor 
se utiliza como valor predeterminado o que es un marcador de posición para valores ausentes. Se 
recomienda usar la transformación Reemplazar por un valor nuevo para reemplazar los valores 
ausentes por Other.

• Muy pocas instancias por clase: la columna objetivo tiene categorías que aparecen con poca 
frecuencia. Algunas de las categorías no tienen filas suficientes para que la columna objetivo 
resulte útil. Puede usar una de las siguientes transformaciones:

• Eliminar objetivo poco frecuente: elimina valores únicos con menos de diez observaciones. Por 
ejemplo, elimina el valor cat si aparece nueve veces en la columna.

• Reemplazar objetivo poco frecuente: reemplaza las categorías que aparecen con poca 
frecuencia en el conjunto de datos por el valor Other.

• Clases demasiado desequilibradas (clasificación multiclase): hay categorías en el conjunto de 
datos que aparecen con mucha más frecuencia que las demás categorías. El desequilibrio de 
clases puede afectar a la precisión de la predicción. Para obtener las predicciones más precisas 
posibles, se recomienda actualizar el conjunto de datos con filas que tengan las categorías que 
actualmente aparecen con menos frecuencia.

• Gran cantidad de clases o demasiadas clases: hay una gran cantidad de clases en la columna 
objetivo. Tener muchas clases puede resultar en tiempos de entrenamiento más largos o en una 
calidad predictiva deficiente. Se recomienda llevar a cabo una de las siguientes operaciones:

• Agrupar algunas de las categorías en su propia categoría. Por ejemplo, si seis categorías están 
estrechamente relacionadas, se recomienda utilizar una sola categoría para ellas.

• Utilizar un algoritmo de ML que sea resiliente a numerosas categorías.

Seguridad y permisos

Cuando consulta datos de Athena o Amazon Redshift, el conjunto de datos consultado se almacena 
automáticamente en el bucket de S3 SageMaker predeterminado de la región en AWS la que 
utiliza Studio Classic. Además, cuando exporta un Jupyter Notebook desde Amazon SageMaker 
Data Wrangler y lo ejecuta, sus flujos de datos, o archivos.flow, se guardan en el mismo depósito 
predeterminado, con el prefijo data_wrangler_flows.
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Para necesidades de seguridad de alto nivel, puede configurar una política de bucket que restrinja 
los roles que tienen acceso a este bucket de S3 predeterminado. AWS SageMaker Use la siguiente 
sección para agregar este tipo de política a un bucket de S3. Para seguir las instrucciones de esta 
página, utilice la AWS Command Line Interface (AWS CLI). Para obtener información al respecto, 
consulte Configuración de la AWS CLI en la Guía del usuario de IAM.

Además, debe conceder permisos a cada rol de IAM que utilice Data Wrangler para acceder a los 
recursos necesarios. Si no necesita permisos detallados para la función de IAM que utiliza para 
acceder a Data Wrangler, puede añadir la política gestionada de IAM a una función de IAM que 
utilice para crear su usuario de Studio Classic. AmazonSageMakerFullAccess Esta política le 
otorga pleno permiso para usar Data Wrangler. Si necesita permisos más detallados, consulte la 
sección Conceder permiso a un rol de IAM para que utilice Data Wrangler.

Adición de una política de bucket para restringir el acceso a los conjuntos de datos 
importados a Data Wrangler

Puede agregar una política al bucket de S3 que contenga sus recursos de Data Wrangler mediante 
una política de bucket de Amazon S3. Entre los recursos que Data Wrangler carga en tu depósito 
de SageMaker S3 predeterminado en la AWS región en la que utilizas Studio Classic se incluyen los 
siguientes:

• Resultados de la consulta de Amazon Redshift. Se almacenan con el prefijo redshift/.

• Resultados de la consulta de Athena. Se almacenan con el prefijo athena/.

• Los archivos .flow que se cargan en Amazon S3 al ejecutar un cuaderno de Jupyter exportado que 
produce Data Wrangler. Se almacenan con el prefijo data_wrangler_flows/.

Utilice el siguiente procedimiento para crear una política de bucket de S3 que pueda agregar para 
restringir el acceso de los roles de IAM a ese bucket. Para obtener información acerca de cómo 
agregar una política a un bucket de S3, consulte How do I add an S3 Bucket policy?

Para configurar una política de bucket en el bucket de S3 que almacena sus recursos de Data 
Wrangler:

1. Configure uno o más roles de IAM que quiera que puedan acceder a Data Wrangler.

2. Abra un intérprete de comandos o símbolo del sistema. Para cada rol que cree, sustituya role-
name por el nombre del rol y ejecute lo siguiente:
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$ aws iam get-role --role-name role-name

En la respuesta, verá una cadena RoleId que comienza con AROA. Copie esta cadena.

3. Añada la siguiente política al depósito SageMaker predeterminado de la AWS región en la que 
utilice Data Wrangler. Sustituya la region por la región de AWS en la que se encuentra el 
bucket y el account-id por su ID de cuenta de AWS. Sustituya los userId que comiencen por
AROAEXAMPLEID por los ID de los roles de AWS a los que desee conceder permiso de uso de 
Data Wrangler.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Deny", 
      "Principal": "*", 
      "Action": "s3:*", 
      "Resource": [ 
        "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/", 
        "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/*", 
        "arn:aws:s3:::sagemaker-region-account-id/athena", 
        "arn:aws:s3:::sagemaker-region-account-id/athena/*", 
        "arn:aws:s3:::sagemaker-region-account-id/redshift", 
        "arn:aws:s3:::sagemaker-region-account-id/redshift/*" 
         
      ], 
      "Condition": { 
        "StringNotLike": { 
          "aws:userId": [ 
            "AROAEXAMPLEID_1:*", 
            "AROAEXAMPLEID_2:*" 
          ] 
        } 
      } 
    } 
  ]
}

Seguridad y permisos 2431



Amazon SageMaker Guía para desarrolladores

Creación de una lista de permisos para Data Wrangler

Cada vez que un usuario comienza a ejecutar Data Wrangler desde la interfaz de usuario de Amazon 
SageMaker Studio Classic, hace una llamada a la interfaz de programación de aplicaciones (API) 
para crear una SageMaker aplicación Data Wrangler.

Es posible que su organización no otorgue permisos a los usuarios de forma predeterminada para 
realizar esas llamadas a la API. Para conceder permisos, tiene que crear y asociar una política a los 
roles de IAM del usuario mediante la siguiente plantilla de políticas: Ejemplo de lista de permisos de 
Data Wrangler.

Note

El ejemplo de política anterior solo permite a sus usuarios acceder a la aplicación Data 
Wrangler.

Para obtener información acerca de la creación de una política, consulte Creating policies on the 
JSON tab. Cuando cree una política, copie y pegue la política JSON del Ejemplo de lista de permisos 
de Data Wrangler en la pestaña JSON.

Important

Elimine cualquier política de IAM que impida a los usuarios ejecutar las siguientes 
operaciones:

• CreateApp

• DescribeApp

Si no elimina las políticas, es posible que los usuarios sigan afectados por ellas.

Después de crear la política con la plantilla, asóciela a los roles de IAM de los usuarios. Para obtener 
más información acerca de cómo asociar políticas, consulte Adición de permisos de identidad de IAM 
(consola).
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Conceder permiso a un rol de IAM para que utilice Data Wrangler

Puede conceder un permiso a un rol de IAM para que utilice Data Wrangler con la política general 
administrada por IAM, AmazonSageMakerFullAccess. Se trata de una política general que 
incluye los permisos necesarios para utilizar todos los servicios. SageMaker Esta política otorga 
a los roles de IAM acceso total a Data Wrangler. Debe tener en cuenta lo siguiente si utiliza
AmazonSageMakerFullAccess para conceder acceso a Data Wrangler:

• Si importa datos de Amazon Redshift, el nombre del Usuario de la base de datos debe tener el 
prefijo sagemaker_access.

• Esta política administrada solo otorga permiso para acceder a los buckets con uno de los 
siguientes nombres: SageMaker, SageMaker, sagemaker o aws-glue. Si desea utilizar Data 
Wrangler para importar desde un bucket de S3 sin estas frases en el nombre, consulte la última 
sección de esta página para obtener información sobre cómo conceder permiso a una entidad de 
IAM para que acceda a sus buckets de S3.

Si necesita un alto nivel de seguridad, puede asociar las políticas de esta sección a una entidad de 
IAM para conceder los permisos necesarios para el uso de Data Wrangler.

Si tiene conjuntos de datos en Amazon Redshift o Athena que un rol de IAM necesita importar 
desde Data Wrangler, debe agregar una política a esa entidad para acceder a estos recursos. Las 
siguientes políticas son las más restrictivas que puede utilizar para conceder permiso a un rol de IAM 
para importar datos de Amazon Redshift y Athena.

Para obtener información acerca de cómo asociar una política personalizada a un rol de IAM, 
consulte Administración de políticas de IAM en la Guía del usuario de IAM.

Ejemplo de política para conceder acceso a la importación de un conjunto de datos de Athena

La siguiente política supone que el rol de IAM tiene permiso para acceder al bucket de S3 
subyacente donde se almacenan los datos mediante una política de IAM independiente.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "athena:ListDataCatalogs", 
                "athena:ListDatabases", 
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                "athena:ListTableMetadata", 
                "athena:GetQueryExecution", 
                "athena:GetQueryResults", 
                "athena:StartQueryExecution", 
                "athena:StopQueryExecution" 
            ], 
            "Resource": [ 
                "*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "glue:CreateTable" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*/sagemaker_tmp_*", 
                "arn:aws:glue:*:*:table/sagemaker_featurestore/*", 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "glue:DeleteTable" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*/sagemaker_tmp_*", 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "glue:GetDatabases", 
                "glue:GetTable", 
                "glue:GetTables" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*", 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/*" 
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            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "glue:CreateDatabase", 
                "glue:GetDatabase" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/sagemaker_featurestore", 
                "arn:aws:glue:*:*:database/sagemaker_processing", 
                "arn:aws:glue:*:*:database/default", 
                "arn:aws:glue:*:*:database/sagemaker_data_wrangler" 
            ] 
        } 
    ]
}

Ejemplo de política para conceder acceso a la importación de un conjunto de datos de Amazon 
Redshift

La siguiente política concede permiso para configurar una conexión de Amazon Redshift con Data 
Wrangler mediante usuarios de bases de datos que tengan el prefijo sagemaker_access en el 
nombre. Para conceder el permiso de conexión mediante usuarios de bases de datos adicionales, 
agregue entradas adicionales bajo "Resources" en la siguiente política. La siguiente política 
supone que el rol de IAM tiene permiso para acceder al bucket de S3 subyacente donde se 
almacenan los datos mediante una política de IAM independiente, si corresponde.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "redshift-data:ExecuteStatement", 
                "redshift-data:DescribeStatement", 
                "redshift-data:CancelStatement", 
                "redshift-data:GetStatementResult", 
                "redshift-data:ListSchemas", 
                "redshift-data:ListTables" 
            ], 

Seguridad y permisos 2435



Amazon SageMaker Guía para desarrolladores

            "Resource": [ 
                "*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "redshift:GetClusterCredentials" 
            ], 
            "Resource": [ 
                "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*", 
                "arn:aws:redshift:*:*:dbname:*" 
            ] 
        } 
    ]
}

Política para conceder acceso a un bucket de S3

Si su conjunto de datos está almacenado en Amazon S3, puede conceder permiso a un rol de IAM 
para que acceda a este bucket con una política similar a la siguiente. Este ejemplo otorga acceso de 
lectura-escritura mediante programación al bucket denominado test.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": ["s3:ListBucket"], 
      "Resource": ["arn:aws:s3:::test"] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:PutObject", 
        "s3:GetObject", 
        "s3:DeleteObject" 
      ], 
      "Resource": ["arn:aws:s3:::test/*"] 
    } 
  ]
}
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Para importar datos de Athena y Amazon Redshift, debe conceder un permiso de rol de IAM para 
acceder a los siguientes prefijos en el bucket predeterminado de Amazon S3 en la región de AWS 
donde se utiliza Data Wrangler: athena/, redshift/. Si aún no existe un bucket predeterminado 
de Amazon S3 en la región de AWS, también debe conceder permiso al rol de IAM para crear un 
bucket en esta región.

Además, si quieres que el rol de IAM pueda usar las opciones de exportación de trabajos de Amazon 
SageMaker Feature Store, SageMaker Pipelines y Data Wrangler, debes conceder acceso al prefijo
data_wrangler_flows/ de este grupo.

Data Wrangler utiliza los prefijos athena/ y redshift/ para almacenar los archivos de vista previa 
y conjuntos de datos importados. Para obtener más información, consulte Almacenamiento de datos 
importados.

Data Wrangler usa el prefijo data_wrangler_flows/ para almacenar archivos .flow cuando 
ejecuta un cuaderno de Jupyter exportado desde Data Wrangler. Para obtener más información, 
consulte Exportar.

Utilice una política similar a la siguiente para conceder los permisos descritos en los párrafos 
anteriores.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/", 
                "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/*", 
                "arn:aws:s3:::sagemaker-region-account-id/athena", 
                "arn:aws:s3:::sagemaker-region-account-id/athena/*", 
                "arn:aws:s3:::sagemaker-region-account-id/redshift", 
                "arn:aws:s3:::sagemaker-region-account-id/redshift/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
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            "Action": [ 
                "s3:CreateBucket", 
                "s3:ListBucket" 
            ], 
            "Resource": "arn:aws:s3:::sagemaker-region-account-id" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListAllMyBuckets", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": "*" 
        } 
    ]
}

También puede acceder a los datos del bucket de Amazon S3 desde otra cuenta de AWS si 
especifica el URI del bucket de Amazon S3. Para ello, la política de IAM que concede acceso al 
bucket de Amazon S3 de la otra cuenta debe utilizar una política similar a la del siguiente ejemplo, 
en la que BucketFolder se encuentra el directorio específico del bucket UserBucket del usuario. 
Esta política debe añadirse al usuario que conceda acceso a su bucket a otro usuario.

{ 
   "Version": "2012-10-17", 
   "Statement": [ 
       { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": "arn:aws:s3:::UserBucket/BucketFolder/*" 
            }, 
                { 
                "Effect": "Allow", 
                "Action": [ 
                    "s3:ListBucket" 
                ], 
                "Resource": "arn:aws:s3:::UserBucket", 
                "Condition": { 
                "StringLike": { 
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                    "s3:prefix": [ 
                    "BucketFolder/*" 
                    ] 
                } 
            } 
        }  
    ]
}

El usuario que accede al bucket (no el propietario del bucket) debe agregar a su usuario una política 
similar a la del siguiente ejemplo. Tenga en cuenta que AccountX y TestUser a continuación se 
refieren al propietario del bucket y a su usuario, respectivamente.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::AccountX:user/TestUser" 
            }, 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::UserBucket/BucketFolder/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::AccountX:user/TestUser" 
            }, 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::UserBucket" 
            ] 
        } 
    ]
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}

Ejemplo de política para conceder acceso al uso de Studio SageMaker

Usa una política como la siguiente para crear un rol de ejecución de IAM que se pueda usar para 
configurar una instancia de Studio Classic.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeDomain", 
                "sagemaker:ListDomains", 
                "sagemaker:DescribeUserProfile", 
                "sagemaker:ListUserProfiles", 
                "sagemaker:*App", 
                "sagemaker:ListApps" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Snowflake y Data Wrangler

Todos los permisos de AWS los recursos se administran mediante la función de IAM asociada a 
la instancia de Studio Classic. El administrador de Snowflake administra los permisos específicos 
de Snowflake, ya que puede conceder permisos y privilegios detallados a cada usuario de 
Snowflake. Esto incluye bases de datos, esquemas, tablas, almacenes y objetos de integración de 
almacenamiento. Debe asegurarse de que los permisos correctos estén configurados fuera de Data 
Wrangler.

Tenga en cuenta que el comando COPY INTO Amazon S3 de Snowflake mueve los datos de 
Snowflake a Amazon S3 a través de la Internet pública de forma predeterminada, pero los datos en 
tránsito se protegen mediante SSL. Los datos en reposo de Amazon S3 se cifran con SSE-KMS con 
la AWS KMS key predeterminada.
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Con respecto al almacenamiento de credenciales de Snowflake, Data Wrangler no almacena las 
credenciales de los clientes. Data Wrangler usa Secrets Manager para almacenar las credenciales 
en un secreto y rota los secretos como parte de un plan de seguridad basado en las prácticas 
recomendadas. El administrador de Snowflake o Studio Classic debe asegurarse de que la 
función de ejecución de Studio Classic del científico de datos tenga permiso para trabajar con
GetSecretValue el secreto que almacena las credenciales. Si ya está asociada a la función de 
ejecución de Studio Classic, la AmazonSageMakerFullAccess política cuenta con los permisos 
necesarios para leer los secretos creados por Data Wrangler y los secretos creados siguiendo la 
convención de nomenclatura y etiquetado de las instrucciones anteriores. Se debe conceder acceso 
por separado a los secretos que no sigan las convenciones. Recomendamos usar Secrets Manager 
para evitar compartir credenciales a través de canales no seguros; sin embargo, tenga en cuenta que 
un usuario que haya iniciado sesión puede recuperar la contraseña de texto sin formato iniciando 
una terminal o un bloc de notas Python en Studio Classic y, a continuación, invocando las llamadas a 
la API desde la API de Secrets Manager.

Cifrado de datos con AWS KMS

En Data Wrangler, puede descifrar archivos cifrados y agregarlos a su flujo de Data Wrangler. 
También puede cifrar el resultado de las transformaciones mediante una clave de AWS KMS 
predeterminada o una que usted mismo proporcione.

Puede importar archivos si tienen:

• cifrado del servidor

• SSE-KMS como tipo de cifrado

Para descifrar el archivo e importarlo a un flujo de Data Wrangler, debe añadir el usuario de 
SageMaker Studio Classic que está utilizando como usuario clave.

La siguiente captura de pantalla muestra un rol de usuario de Studio Classic agregado como usuario 
clave. Consulte Roles de IAM para acceder a los usuarios en el panel izquierdo para realizar este 
cambio.

Seguridad y permisos 2441

https://console.aws.amazon.com/iam/home#/roles


Amazon SageMaker Guía para desarrolladores

Configuración de claves administradas por el cliente de Amazon S3 para el almacenamiento de datos 
importados de Data Wrangler

De forma predeterminada, Data Wrangler usa buckets de Amazon S3 que tienen la siguiente 
convención de nomenclatura: sagemaker-region-account number. Por ejemplo, si su número 
de cuenta es 111122223333 y está utilizando Studio Classic en us-east-1, sus conjuntos de 
datos importados se almacenan con la siguiente convención de nomenclatura:. sagemaker-us-
east-1-111122223333

En las siguientes instrucciones se explica cómo configurar una clave administrada por el cliente para 
el bucket de Amazon S3 predeterminado.

1. Para habilitar el cifrado del servidor y configurar una clave administrada por el cliente para el 
bucket de S3 predeterminado, consulte Using KMS Encryption.

2. Tras seguir el paso 1, vaya a AWS KMS en la AWS Management Console. Busque la clave 
gestionada por el cliente que seleccionó en el paso 1 del paso anterior y añada el rol de Studio 
Classic como usuario clave. Para ello, siga las instrucciones de Allows key users to use a 
customer managed key.

Cifrado de los datos que exporta

Puede cifrar los datos que exporte mediante uno de los métodos siguientes:

• Si especifica que el bucket de Amazon S3 tiene un objeto, utilice el cifrado SSE-KMS.

• Especifique una clave de AWS KMS para cifrar los datos que exporta desde Data Wrangler.

En la página Exportar datos, especifique un valor para el ARN o ID de clave de AWS KMS.

Para obtener más información, consulte AWS KMS keys, see Protecting Data Using Server-Side 
Encryption with AWS KMS keys Stored in AWSAWS Key Management Service (SSE-KMS) .

AppFlow Permisos de Amazon

Al realizar una transferencia, debe especificar un rol de IAM que tenga permisos para 
realizar la transferencia. Puede usar el mismo rol de IAM que tiene permisos para usar Data 
Wrangler. De forma predeterminada, el rol de IAM que utiliza para acceder a Data Wrangler es
SageMakerExecutionRole.

El rol de IAM también debe tener los siguientes permisos:
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• Permisos para Amazon AppFlow

• Permisos para el catálogo de datos de AWS Glue

• Permisos para AWS Glue para detectar los orígenes de datos disponibles

Cuando realizas una transferencia, Amazon AppFlow almacena los metadatos de la transferencia en 
el catálogo AWS Glue de datos. Data Wrangler usa los metadatos del catálogo para determinar si 
están disponibles para consultarlos e importarlos.

Para añadir permisos a Amazon AppFlow, añade la política AmazonAppFlowFullAccess AWS 
gestionada a la función de IAM. Para obtener más información acerca de la adición de políticas, 
consulte Adición y eliminación de permisos de identidad de IAM.

Si va a transferir datos a Amazon S3, también debe asociar la siguiente política.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "VisualEditor0", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetBucketTagging", 
        "s3:ListBucketVersions", 
        "s3:CreateBucket", 
        "s3:ListBucket", 
        "s3:GetBucketPolicy", 
        "s3:PutEncryptionConfiguration", 
        "s3:GetEncryptionConfiguration", 
        "s3:PutBucketTagging", 
        "s3:GetObjectTagging", 
        "s3:GetBucketOwnershipControls", 
        "s3:PutObjectTagging", 
        "s3:DeleteObject", 
        "s3:DeleteBucket", 
        "s3:DeleteObjectTagging", 
        "s3:GetBucketPublicAccessBlock", 
        "s3:GetBucketPolicyStatus", 
        "s3:PutBucketPublicAccessBlock", 
        "s3:PutAccountPublicAccessBlock", 
        "s3:ListAccessPoints", 
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        "s3:PutBucketOwnershipControls", 
        "s3:PutObjectVersionTagging", 
        "s3:DeleteObjectVersionTagging", 
        "s3:GetBucketVersioning", 
        "s3:GetBucketAcl", 
        "s3:PutObject", 
        "s3:GetObject", 
        "s3:GetAccountPublicAccessBlock", 
        "s3:ListAllMyBuckets", 
        "s3:GetAnalyticsConfiguration", 
        "s3:GetBucketLocation" 
      ], 
      "Resource": "*" 
    } 
  ]
}                                       
                 

Para agregar permisos de AWS Glue, agregue la política administrada
AWSGlueConsoleFullAccess al rol de IAM. Para obtener más información sobre AWS Glue los 
permisos con Amazon AppFlow, consulta [link-to-appflow-page].

Amazon AppFlow necesita acceder AWS Glue a Data Wrangler para que puedas importar los datos 
que has transferido. Para conceder AppFlow acceso a Amazon, añade la siguiente política de 
confianza a la función de IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::123456789012:root", 
                "Service": [ 
                    "appflow.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}
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Para mostrar los datos de Amazon en AppFlow Data Wrangler, añade la siguiente política a la 
función de IAM:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": "glue:SearchTables", 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*/*", 
                "arn:aws:glue:*:*:database/*", 
                "arn:aws:glue:*:*:catalog" 
            ] 
        } 
    ]
}    

Uso de configuraciones de ciclo de vida en Data Wrangler

Es posible que tenga una instancia de Amazon EC2 configurada para ejecutar aplicaciones 
de Kernel Gateway, pero no la aplicación Data Wrangler. Las aplicaciones de Kernel Gateway 
proporcionan acceso al entorno y a los núcleos que se utilizan para ejecutar los ordenadores 
portátiles y terminales de Studio Classic. La aplicación Data Wrangler es la aplicación de interfaz 
de usuario que ejecuta Data Wrangler. Las instancias de Amazon EC2 que no son instancias de 
Data Wrangler requieren una modificación de las configuraciones de su ciclo de vida para ejecutar 
Data Wrangler. Las configuraciones del ciclo de vida son scripts de shell que automatizan la 
personalización del entorno de Amazon SageMaker Studio Classic.

Para obtener más información acerca de las configuraciones del ciclo de vida, consulte Utilice las 
configuraciones del ciclo de vida con Amazon SageMaker Studio Classic.

La configuración del ciclo de vida predeterminada de la instancia no admite el uso de Data Wrangler. 
Puede realizar las siguientes modificaciones en la configuración predeterminada para poder usar 
Data Wrangler con su instancia.

#!/bin/bash
set -eux
STATUS=$(
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python3 -c "import sagemaker_dataprep"
echo $?
)
if [ "$STATUS" -eq 0 ]; then
echo 'Instance is of Type Data Wrangler'
else
echo 'Instance is not of Type Data Wrangler'

# Replace this with the URL of your git repository
export REPOSITORY_URL="https://github.com/aws-samples/sagemaker-studio-lifecycle-
config-examples.git"

git -C /root clone $REPOSTIORY_URL

fi 
     

Puede guardar el script como lifecycle_configuration.sh.

Debe adjuntar la configuración del ciclo de vida a su dominio o perfil de usuario de Studio Classic. 
Para obtener más información acerca de la creación y asociación de un configuración de ciclo de 
vida, consulte Creación y asociación de una configuración del ciclo de vida.

Las siguientes instrucciones muestran cómo adjuntar una configuración de ciclo de vida a un dominio 
o perfil de usuario de Studio Classic.

Es posible que se produzcan errores al crear o asociar una configuración de ciclo de vida. Para 
obtener información acerca de la solución de errores de configuración de ciclo de vida, consulte
KernelGateway fallo de la aplicación.

Notas de la versión

Data Wrangler se actualiza periódicamente con nuevas características y correcciones de errores. 
Para actualizar la versión de Data Wrangler que está utilizando en Studio Classic, siga las 
instrucciones que se indican en. Cierre y actualice las aplicaciones de Studio Classic

Notas de la versión

31/8/2023

Nueva funcionalidad:
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Notas de la versión

Ahora puede crear un informe de información y calidad de los datos de todo su conjunto de datos. 
Para obtener más información, consulte Información sobre los datos y la calidad de los datos.

20/05/2023

Nueva funcionalidad:

Ahora puede importar sus datos desde Salesforce Data Cloud. Para obtener más información, 
consulte Importación de datos de Salesforce Data Cloud..

18 de abril de 2023

Nueva funcionalidad:

Ahora puede obtener sus datos en un formato que Amazon Personalize pueda interpretar. Para 
obtener más información, consulte Asignar columnas para Amazon Personalize.

1/3/2023

Nueva funcionalidad:

Ahora puede usar Hive para importar sus datos de Amazon EMR. Para obtener más información, 
consulte Importación de datos de Amazon EMR.

12/10/2022

Nueva funcionalidad:

Ahora puede exportar su flujo de Data Wrangler a un punto de conexión de inferencia. Para 
obtener más información, consulte Exportación a un punto de conexión de inferencia.

Nueva funcionalidad:

Ahora puede usar un widget de cuaderno interactivo para preparar los datos. Para obtener más 
información, consulte Utilice un widget interactivo de preparación de datos en un bloc de notas 
clásico de Amazon SageMaker Studio para obtener información valiosa sobre los datos.

Nueva funcionalidad:
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Notas de la versión

Ahora puede importar datos desde plataformas SaaS. Para obtener más información, consulte
Importación de datos de plataformas de software como servicio (SaaS).

10/12/2022

Nueva funcionalidad:

Ahora puede reutilizar los flujos de datos para diferentes conjuntos de datos. Para obtener más 
información, consulte Reutilización de flujos de datos para diferentes conjuntos de datos.

10/05/2022

Nueva funcionalidad:

Ahora puede usar el análisis de componentes principales (PCA) como transformación. Para 
obtener más información, consulte Reducir la dimensionalidad dentro de un conjunto de datos.

10/05/2022

Nueva funcionalidad:

Ahora puede reajustar los parámetros del flujo de Data Wrangler. Para obtener más información, 
consulte Exportar.

10/03/2022

Nueva funcionalidad:

Ahora puede implementar modelos desde el flujo de Data Wrangler. Para obtener más informaci 
ón, consulte Entrenamiento automático de modelos en su flujo de datos.

20/09/2022

Nueva funcionalidad:

Ahora puede establecer períodos de retención de datos en Athena. Para obtener más informaci 
ón, consulte Importación de datos de Athena.

9/06/2022
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Notas de la versión

Nueva funcionalidad:

Ahora puede usar Amazon SageMaker Autopilot para entrenar un modelo directamente desde 
su flujo de Data Wrangler. Para obtener más información, consulte Entrenamiento automático de 
modelos en su flujo de datos.

6 de mayo de 2022

Nueva funcionalidad:

Ahora puede usar instancias m5 y r5 adicionales. Para obtener más información, consulte
Instancias.

27/04/2022

Nuevas funcionalidades:

• Ahora puede obtener un informe de calidad de datos. Para obtener más información, consulte
Información sobre los datos y la calidad de los datos

• Ahora puede realizar muestreos aleatorios y muestreos estratificados. Para obtener más 
información, consulte Muestreo.

1/4/2022

Nueva funcionalidad:

Ahora puede usar Databricks como origen de datos. Para obtener más información, consulte
Importación de datos de Databricks (JDBC).

2/2/2022

Nuevas funcionalidades:

• Ahora puede exportar mediante los nodos de destino. Para obtener más información, consulte
Exportar

• Puede importar archivos ORC y JSON. Para obtener más información sobre los tipos de 
archivos, consulte Importación.
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Notas de la versión

• Data Wrangler ahora admite el uso de la transformación SMOTE. Para obtener más informaci 
ón, consulte Equilibrar los datos.

• Data Wrangler ahora admite la codificación por similitud para datos categóricos. Para obtener 
más información, consulte Codificación por similitud.

• Data Wrangler ahora admite el desanidamiento de datos JSON. Para obtener más información, 
consulte Datos JSON de Unnest.

• Data Wrangler ahora permite expandir los valores de una matriz en columnas diferentes. Para 
obtener más información, consulte Desglosar matriz.

• Data Wrangler ahora le permite ponerse en contacto con el equipo de servicio si tiene 
problemas. Para obtener más información, consulte Solucionar problemas.

• Data Wrangler admite la edición y eliminación de pasos del flujo de datos. Para obtener más 
información, consulte Eliminación de un paso del flujo de datos y Edición de un paso del flujo de 
Data Wrangler.

• Ahora puede realizar transformaciones en varias columnas. Para obtener más información, 
consulte Datos de transformación.

• Data Wrangler ahora admite el etiquetado de asignación de costos. Para obtener más informaci 
ón, consulte Uso de etiquetas de asignación de costes.

16/10/2021

Nueva funcionalidad:

Data Wrangler ahora es compatible con los grupos de trabajo de Athena. Para obtener más 
información, consulte Importación de datos de Athena.

6/10/2021

Nueva funcionalidad:

Data Wrangler ahora admite la transformación de datos de serie temporal. Para obtener más 
información, consulte Transformar series temporales.

15/7/2021

Nuevas funcionalidades:
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Notas de la versión

• Ahora se admite Snowflake y Data Wrangler. Puede utilizar Snowflake como origen de datos en 
Data Wrangler.

• Se agregó compatibilidad con el delimitador de campos personalizado en CSV. Ahora se 
admiten comas, dos puntos, punto y coma, barra vertical (|) y tabulador.

• Ahora puede exportar resultados directamente a Amazon S3.

• Se agregaron algunos analizadores de multicolinealidad nuevos: factores de inflación de la 
varianza, análisis de componentes principales y selección de características Lasso.

Mejoras:

• Los gráficos de análisis ya no se pueden empaquetar con etiquetas superpuestas.

Correcciones de errores:

• El codificador One-hot maneja la cadena vacía con fluidez.

• Se corrigieron bloqueos que se producían cuando el nombre de una columna de un marco de 
datos contenía puntos.

26/04/2021

Mejoras:

• Se agregó compatibilidad con trabajos de procesamiento distribuido. Puede utilizar varias 
instancias al ejecutar un trabajo de procesamiento.

• El trabajo de procesamiento de Data Wrangler ahora agrupa automáticamente las salidas 
pequeñas cuando el tamaño estimado de los resultados es inferior a 1 gigabyte.

• Cuaderno de almacén de características: rendimiento mejorado de ingestión del almacén de 
características.

• Los trabajos de procesamiento de Data Wrangler ahora usan 1.x como etiqueta contenedora 
autoritativa para futuras versiones.

Correcciones de errores:

• Se corrigieron los problemas de renderización del histograma facetado.
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Notas de la versión

• Se corrigió Exportar a trabajo de procesamiento para admitir columnas de tipo vectorial.

• Se corrigió el operador Extract using regex para que devuelva el primer grupo capturado 
si hay uno o más en la expresión regular o regex.

8/2/2021

Nuevas funcionalidades:

• El flujo de Data Wrangler admite varias instancias.

• Se actualizó el cuaderno de trabajo Export to Data Wrangler para usar el SageMaker SDK 
2.20.0.

• Se actualizó la exportación a Pipeline Notebook para usar el SDK 2.20.0. SageMaker

• Se actualizó Exportar a cuaderno de canalización para añadir un ejemplo de entrenamiento de 
XGBoost como paso opcional.

Mejoras:

• Para mejorar el rendimiento, ya no se admite la importación de archivos CSV que contengan 
varias líneas en un solo campo.

Correcciones de errores:

• Se corrigió el problema de inferencia de tipos en el modelo Quick.

• Se corrigió el error de la métrica de sesgo en los informes de sesgo.

• Se corrigió la transformación de texto para caracterizar para que funcione con columnas a las 
que les faltan valores.

• Se corrigieron las visualizaciones integradas de histogramas y gráficos de dispersión para que 
funcionen con conjuntos de datos que contienen columnas tipo matriz.

• La consulta de Athena ahora se vuelve a ejecutar si el ID de ejecución de la consulta ha 
vencido.
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Solucionar problemas

Si surge algún problema al utilizar Amazon SageMaker Data Wrangler, le recomendamos que haga 
lo siguiente:

• Si aparece un mensaje de error, léalo y solucione el problema que indica, en caso de que sea 
posible.

• Asegúrese de que el rol de IAM de su usuario de Studio Classic tenga los permisos necesarios 
para realizar la acción. Para obtener más información, consulte Seguridad y permisos.

• Si el problema se produce al intentar importar desde otro servicio AWS, como Amazon Redshift 
o Athena, asegúrese de haber configurado los permisos y recursos necesarios para realizar la 
importación de datos. Para obtener más información, consulte Importación.

• Si sigue teniendo problemas, seleccione Obtener ayuda, en la parte superior derecha de la 
pantalla, para ponerse en contacto con el equipo de Data Wrangler. Para obtener más información, 
consulte las siguientes imágenes.

Solucionar problemas 2453



Amazon SageMaker Guía para desarrolladores

Como último recurso, puede intentar reiniciar el kernel en el que se ejecuta Data Wrangler.

1. Guarde y cierre el archivo .flow para el que desea reiniciar el kernel.

2. Seleccione el icono Terminales y kernels en ejecución, como se muestra en la siguiente imagen.
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3. Seleccione el icono de Parada situado a la derecha del archivo .flow cuyo kernel desee finalizar, 
como se muestra en la siguiente imagen.
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4. Actualice el navegador.

5. Vuelva a abrir el archivo .flow en el que estaba trabajando.

Solución de problemas con Amazon EMR

Utilice la siguiente información como ayuda para solucionar los errores que puedan surgir cuando 
utilice Amazon EMR.

• Fallo de conexión: si la conexión falla y aparece el mensaje The IP address of the EMR 
cluster isn't private error message, es posible que su clúster de Amazon EMR no 
se haya lanzado en una subred privada. Como procedimiento recomendado de seguridad, Data 
Wrangler solo admite la conexión a clústeres privados de Amazon EMR. Elija una subred EC2 
privada para lanzar un clúster de EMR.

• La conexión se bloquea y se ha agotado el tiempo de espera: lo más probable es que se deba a 
un problema de conectividad de red. Al empezar la conexión al clúster, la pantalla no se actualiza. 
Puede aparecer el siguiente error después de unos 2 minutos: JdbcAddConnectionError: 
An error occurred when trying to connect to presto: xxx: Connect to xxx 
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failed: Connection timed out (Connection timed out) will display on top 
of the screen..

Los errores pueden tener dos causas principales:

• Amazon EMR y Amazon SageMaker Studio Classic se encuentran en VPC diferentes. 
Recomendamos lanzar Amazon EMR y Studio Classic en la misma VPC. También puede utilizar 
el emparejamiento de VPC. Para obtener más información, consulte ¿Qué es una interconexión 
de VPC?

• El grupo de seguridad principal de Amazon EMR carece de la regla de tráfico entrante para el 
grupo de seguridad de Amazon SageMaker Studio Classic en el puerto utilizado para Presto. 
Para resolver el problema, permita el tráfico entrante en el puerto 8889.

• La conexión falla porque el tipo de conexión está mal configurado. Es posible que aparezca 
el siguiente mensaje de error:  Data Wrangler couldn't create a connection to 
{connection_source} successfully. Try connecting to {connection_source} 
again. For more information, see Troubleshoot. If you’re still 
experiencing issues, contact support. .

Compruebe el método de autenticación. El método de autenticación que especificó en Data 
Wrangler debe coincidir con el método de autenticación que está utilizando en el clúster.

• No tiene permisos de HDFS para la autenticación de LDAP. Para resolver el problema, siga las 
instrucciones en Set up HDFS Permissions using Linux Credentials. También puede iniciar sesión 
en el clúster con los siguientes comandos:

hdfs dfs -mkdir /user/USERNAME
hdfs dfs -chown USERNAME:USERNAME /user/USERNAME             
                 

• Error por falta de clave de conexión en la autenticación LDAP. Es posible que aparezca el mensaje 
de error Data Wrangler couldn't connect to EMR hive successfully. JDBC 
connection is missing required connection key(s): PWD.

Para la autenticación LDAP, debe especificar un nombre de usuario y una contraseña. La URL de 
JDBC almacenada en Secrets Manager carece de la propiedad PWD.

• Al solucionar problemas de configuración de LDAP, le recomendamos que se asegure de que el 
autenticador de LDAP (servidor LDAP) esté configurado correctamente para conectarse al clúster 
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de Amazon EMR. Utilice el comando ldapwhoami como ayuda para resolver el problema de 
configuración. Estos son algunos ejemplos de comandos que podría ejecutar:

• Para LDAPS: ldapwhoami -x -H ldaps://ldap-server.

• Para LDAP: ldapwhoami -x -H ldap://ldap-server.

Si configuró el autenticador correctamente, ambos comandos deberían devolver Anonymous.

Solución de problemas con Salesforce

Error de configuración del ciclo de vida

Cuando el usuario abra Studio Classic por primera vez, es posible que reciba un mensaje de 
error que indique que hay algún problema en la configuración de su ciclo de vida. Usa Amazon 
CloudWatch para acceder a los registros escritos por tu script de configuración del ciclo de vida. 
Para obtener más información sobre las depuraciones en configuraciones del ciclo de vida, consulte
Depuración de configuraciones del ciclo de vida.

Si no puede depurar el error, puede crear el archivo de configuración manualmente. Debe crear el 
archivo cada vez que elimine o reinicie el servidor Jupyter. Utilice el procedimiento siguiente para 
crear un archivo de forma manual.

Para crear un archivo de configuración

1. Navegue hasta Studio Classic.

2. Seleccione Archivo, Nuevo y Terminal.

3. Cree .sfgenie_identity_provider_oauth_config.

4. Abra el archivo en un editor de texto.

5. Añada al archivo un objeto JSON que contenga el nombre de recurso de Amazon (ARN) del 
secreto de Secrets Manager. Puede usar la siguiente plantilla para crear el objeto.

{ 
  "secret_arn": "example-secret-ARN"
} 
                     

6. Guarde los cambios en el archivo .
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No se puede acceder a Salesforce Data Cloud desde el flujo de Data Wrangler

Una vez que el usuario elija Salesforce Data Cloud desde su flujo de Data Wrangler, es posible que 
reciba un mensaje de error que indique que no se han cumplido los requisitos previos para configurar 
la conexión. Esto puede deberse a los siguientes errores:

• No se ha creado el secreto de Salesforce en Secrets Manager.

• Se ha creado el secreto de Salesforce en Secrets Manager, pero le falta la etiqueta de Salesforce.

• El secreto de Salesforce en Secrets Manager se ha creado en la Región de AWS incorrecta. Por 
ejemplo, su usuario no podrá acceder a Salesforce Data Cloud en ca-central-1 si ha creado el 
secreto en us-east-1. Puede replicar el secreto en ca-central-1 o crear uno nuevo con las 
mismas credenciales. en ca-central-1. Para obtener información sobre cómo replicar secretos, 
consulte Replicar un secreto de AWS Secrets Manager a otras Regiones de AWS.

• A la política que utilizan sus usuarios para acceder a Amazon SageMaker Studio Classic le faltan 
permisos para AWS Secrets Manager

• Hay un error tipográfico en el ARN de Secrets Manager del objeto JSON que especificó en la 
configuración del ciclo de vida.

• Hay un error tipográfico en el secreto de Secrets Manager que contiene su configuración de OAuth 
de Salesforce

Se muestra una página en blanco redirect_uri_mismatch

Cuando usuarios elijan Guardar y conectar, es posible que se les redirija a una página que muestre
redirect_uri_mismatch. Falta el URI de devolución de llamada que ha registrado en la 
configuración de la aplicación Salesforce Connected o es incorrecto.

Utilice la siguiente URL para comprobar que la URL de Studio Classic esté registrada correctamente 
en la configuración de la aplicación conectada de su organización de Salesforce:https://
EXAMPLE_SALESFORCE_ORG/lightning/setup/NavigationMenus/home/. Para obtener más 
información sobre el uso de la configuración de la aplicación conectada, vaya hasta la siguiente URL:
https://EXAMPLE_SALESFORCE_ORG/lightning/setup/NavigationMenus/home/.

Note

Propagar el URI en los sistemas de Salesforce tarda aproximadamente diez minutos.
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Espacios compartidos

Actualmente, los espacios compartidos no funcionan con la integración de Salesforce Data Cloud. 
Puedes eliminar los espacios compartidos del SageMaker dominio de Amazon que pretendes usar o 
puedes usar otro dominio que no tenga configurados los espacios compartidos.

Error de redireccionamiento de OAuth

Sus usuarios deberían poder importar sus datos desde Salesforce Data Cloud después de elegir
Conectar. Si se produce un error, le recomendamos que haga lo siguiente.

• Dígales que tengan paciencia: cuando se les redirija a Amazon SageMaker Studio Classic, el 
proceso de autenticación puede tardar hasta un minuto en completarse. Mientras se redirigen, le 
recomendamos que les diga que eviten interactuar con el navegador. Por ejemplo, no deberían 
cerrar la pestaña del navegador, cambiar a otra pestaña ni interactuar con el flujo de Data 
Wrangler. Al interactuar con el navegador, es posible que se elimine el código de autorización 
necesario para conectarse a la nube de datos.

• Haga que sus usuarios se vuelvan a conectar a la nube de datos: hay problemas transitorios que 
pueden provocar un error en la conexión a la nube de datos de Salesforce. Haga que sus usuarios 
creen un nuevo flujo de Data Wrangler e intenten conectarse de nuevo a Salesforce Data Cloud.

• Asegúrese de que sus usuarios cierren todas las demás pestañas con Amazon SageMaker Studio 
Classic: tener Studio Classic abierto en varias pestañas puede provocar un error en la conexión de 
Salesforce Data Cloud. Asegúrese de que sus usuarios solo tengan abierta una pestaña de Studio 
Classic.

• Varios usuarios acceden a Studio Classic al mismo tiempo: solo un usuario debe acceder a un 
SageMaker dominio de Amazon a la vez. Si varios usuarios acceden al mismo dominio, es posible 
que se produzca un error en la conexión que el usuario intenta crear con Salesforce Data Cloud.

La actualización de Data Wrangler y Studio Classic también podría solucionar el error. Para obtener 
información sobre la actualización de Data Wrangler, consulte Actualización de Data Wrangler. Para 
obtener información sobre la actualización de Studio Classic, consulte. Cierre y actualice SageMaker 
Studio Classic

Si ninguno de los pasos de solución de problemas anteriores funciona, es posible que 
encuentres un mensaje de error de Salesforce con la descripción correspondiente incrustada 
en la URL de Studio Classic. Este es un ejemplo de mensaje que se podría encontrar:
error=invalid_client_id&error_description=client%20identifier%20invalid.
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Puede ver el mensaje de error en la URL e intentar solucionar los problemas que presenta. Si 
el mensaje de error o la descripción no están claros, le recomendamos que busque en la base 
de conocimiento de Salesforce. Si la búsqueda en la base de conocimientos no funciona, puede 
ponerse en contacto con el servicio de asistencia de Salesforce para obtener más ayuda.

Data Wrangler tarda mucho en cargarse

Cuando sus usuarios son redirigidos a Data Wrangler desde Salesforce Data Cloud, es posible que 
experimenten tiempos de carga prolongados.

Si es la primera vez que el usuario utiliza Data Wrangler o si ha eliminado el kernel, es posible 
que tarde unos 5 minutos en aprovisionar la nueva instancia de Amazon EC2 para que utilice Data 
Wrangler.

Si no es la primera vez que el usuario utiliza Data Wrangler y no ha eliminado el kernel, puede 
pedirles que actualicen la página o cierren tantas pestañas del navegador como sea posible.

Si ninguna de las intervenciones anteriores funciona, pídales que configuren una nueva conexión a 
Salesforce Data Cloud.

El usuario no puede exportar sus datos con un error Invalid batch Id.

Cuando el usuario exporta las transformaciones que ha realizado a sus datos de Salesforce, es 
posible que se produzca un error en el trabajo de SageMaker procesamiento que Data Wrangler 
utiliza en el backend. Es posible que Salesforce Data Cloud no esté disponible temporalmente o que 
haya un problema de almacenamiento en caché.

Para solucionar el problema, recomendamos que los usuarios vuelvan al paso en el que importan los 
datos y cambien el orden de las columnas que consultan. Por ejemplo, pueden cambiar la siguiente 
consulta:

SELECT col_A, col_B FROM table                 
             

En la siguiente consulta:

SELECT col_B, col_A FROM table                 
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Una vez que hayan cambiado el orden de las columnas y se hayan asegurado de que las 
transformaciones posteriores que hayan realizado sigan siendo válidas, pueden empezar a exportar 
sus datos de nuevo.

Los usuarios no pueden exportar un conjunto de datos muy grande

Si sus usuarios importaron un conjunto de datos muy grande de Salesforce Data Cloud, es posible 
que no puedan exportar las transformaciones que han realizado. Un conjunto de datos grande puede 
tener demasiadas filas o puede ser el resultado de una consulta compleja.

Le recomendamos que siga estos pasos:

• Simplificación de la consulta de SQL

• Muestreo de sus datos

Estas son algunas estrategias que puede utilizar para simplificar sus consultas:

• Especificar los nombres de las columnas en lugar de utilizar el operador *

• Buscar un subconjunto de los datos que desea importar en lugar de usar un subconjunto más 
grande

• Minimizar las uniones entre conjuntos de datos muy grandes

Utilizar el muestreo para reducir el número de filas de su conjunto de datos. Para obtener información 
sobre los métodos de muestreo, los usuarios pueden consultar Muestreo.

Los usuarios no pueden exportar datos debido a que el token de actualización no es válido

Data Wrangler utiliza un controlador JDBC para integrarse con Salesforce Data Cloud. El método de 
autenticación es OAuth. En el caso de OAuth, el token de actualización y el token de acceso son dos 
datos diferentes que se utilizan para autorizar el acceso a los recursos de su Salesforce Data Cloud.

El token de acceso, o token principal, es lo que le permite acceder a sus datos de Salesforce y 
ejecutar consultas directamente a través de Data Wrangler. Es de corta duración y está diseñado 
para caducar rápidamente. Para mantener el acceso a sus datos de Salesforce, Data Wrangler utiliza 
el token de actualización para obtener un nuevo token de acceso de Salesforce.

Es posible que haya configurado la actualización para que caduque demasiado rápido como para 
obtener un nuevo token de acceso para sus usuarios. Puede que tenga que revisar su política de 
tokens de actualización y comprobar si esta puede adaptarse a las consultas que tardan mucho 
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tiempo en ejecutarse para los usuarios. Para obtener información sobre cómo configurar la política 
de tokens de actualización, consulte https://EXAMPLE_SALESFORCE_ORG_URL/lightning/
setup/ConnectedApplication/home/.

Las consultas fallan o las tablas no se cargan

Salesforce sufre interrupciones en el servicio. Aunque haya configurado todo correctamente, es 
posible que, en algunos momentos, los usuarios no puedan importar sus datos.

Las interrupciones del servicio pueden ocurrir por motivos de mantenimiento. Le recomendamos que 
lo intente al día siguiente para comprobar si el problema se ha resuelto.

Si tiene problemas durante más de un día, le recomendamos que se ponga en contacto con el 
servicio de asistencia de Salesforce para obtener más ayuda. Para obtener información sobre cómo 
ponerse en contacto con Salesforce, consulte How would you like to contact Salesforce?

OAUTH_APP_BLOCKEDdurante la redirección de Studio Classic

Cuando se redirija al usuario a Amazon SageMaker Studio Classic, es posible que vea el parámetro 
de consulta error=OAUTH_APP_BLOCKED en la URL. Quizá estén experimentando un problema 
transitorio y es probable que se resuelva por sí solo en un día.

Es posible que usted también haya bloqueado su acceso a la aplicación Connected. 
Para obtener más información sobre cómo resolver este problema, consulte https://
EXAMPLE_SALESFORCE_ORG_URL/lightning/setup/ConnectedApplication/home/.

OAUTH_APP_DENIEDdurante la redirección de Studio Classic

Cuando se redirija al usuario a Amazon SageMaker Studio Classic, es posible que vea el parámetro 
de consulta error=OAUTH_APP_ACCESS_DENIED en la URL. No les ha otorgado permisos de tipo 
de perfil para acceder a la Connected App asociada a Data Wrangler.

Para resolver su problema de acceso, vaya a https://EXAMPLE_SALESFORCE_ORG_URL/
lightning/setup/ManageUsers/home/ y compruebe si el usuario está asignado al perfil 
correcto.

Aumentar el límite de instancias de Amazon EC2

Es posible que vea el siguiente mensaje de error cuando use Data Wrangler: The following 
instance type is not available: ml.m5.4xlarge. Try selecting a different 
instance below.
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El mensaje puede indicar que tiene que seleccionar un tipo de instancia diferente, pero también 
puede indicar que no tiene suficientes instancias de Amazon EC2 para ejecutar correctamente Data 
Wrangler en su flujo de trabajo. Puede aumentar el número de instancias mediante el siguiente 
procedimiento.

Para aumentar el número de instancias, haga lo siguiente.

1. Abra la AWS Management Console.

2. En la barra de búsqueda, especifique Services Quotas.

3. Elija Service Quotas.

4. Elija Servicios de AWS.

5. En la barra de búsqueda, especifique Amazon SageMaker.

6. Elige Amazon SageMaker.

7. En Service Quotas, especifique Studio KernelGateway Apps running on
ml.m5.4xlarge instance.

Note

ml.m5.4xlarge es el tipo de instancia predeterminado de Data Wrangler. Puede usar 
otros tipos de instancias y solicitar aumentos de cuota para ellos. Para obtener más 
información, consulte Instancias.

8. Seleccione  KernelGateway Aplicaciones de estudio que se ejecuten en la instancia
ml.m5.4xlarge.

9. Elija Solicitar aumento de cuota.

10. En Cambiar el valor de cuota, especifique un valor superior al Valor de cuota aplicado.

11. Seleccione Request (Solicitar).

Si se aprueba su solicitud, AWS envía una notificación a la dirección de correo electrónico asociada 
a su cuenta. También puede comprobar el estado de su solicitud si selecciona Historial de solicitudes 
de cuotas en la página Service Quotas. Las solicitudes procesadas tienen el estado Cerrada.

Actualización de Data Wrangler

Para actualizar Data Wrangler a la última versión, primero cierra la KernelGateway aplicación 
correspondiente desde el panel de control de Amazon SageMaker Studio Classic. Una vez cerrada la 
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KernelGateway aplicación, reiníciala abriendo un flujo de Data Wrangler nuevo o existente en Studio 
Classic. Al abrir un flujo nuevo o existente de Data Wrangler, el kernel que se inicia contendrá la 
última versión de Data Wrangler.

Actualiza tu instancia de Studio Classic y Data Wrangler

1. Navega hasta tu consola. SageMaker

2. Elige SageMaker y, a continuación, Studio Classic.

3. Elija su nombre de usuario.

4. En Aplicaciones, en la fila que muestra el nombre de la aplicación, selecciona Eliminar aplicación
para la aplicación que empieza sagemaker-data-wrang por y para la JupyterServer 
aplicación.

5. Elija Sí, eliminar aplicación.

6. Escriba delete en el cuadro de confirmación.

7. Elija Eliminar.

8. Vuelva a abrir la instancia de Studio Classic. Ahora, cuando empiece a crear un flujo de Data 
Wrangler, la instancia usará la última versión de Data Wrangler.

Como alternativa, si utiliza una versión de la aplicación Data Wrangler que no es la última y tiene un 
flujo de Data Wrangler existente abierto, se le solicitará que actualice la versión de la aplicación Data 
Wrangler en la interfaz de usuario de Studio Classic. Puede ver este mensaje en la siguiente captura 
de pantalla.

Important

Esta acción solo actualiza la aplicación de puerta de enlace del kernel de Data Wrangler. 
Aún tienes que cerrar la aplicación en tu cuenta de usuario. JupyterServer Para ello, siga los 
pasos anteriores.
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También puede seleccionar Recordármelo más tarde; en ese caso, aparecerá un botón Actualizar en 
la esquina superior derecha de la pantalla.
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Apagado de Data Wrangler

Cuando no utilice Data Wrangler, es importante apagar la instancia en la que se ejecuta para evitar 
incurrir en cargos adicionales.

Para evitar perder trabajo, guarde el flujo de datos antes de apagar Data Wrangler. Para guardar 
el flujo de datos en Studio Classic, selecciona Archivo y, a continuación, selecciona Guardar datos 
Wrangler Flow. Data Wrangler guarda automáticamente el flujo de datos cada 60 segundos.

Para cerrar la instancia de Data Wrangler en Studio Classic

1. En Studio Classic, seleccione el icono Instancias y núcleos en ejecución ().

2. En APLICACIONES EN EJECUCIÓN se encuentra la aplicación sagemaker-data-
wrangler-1.0. Seleccione el icono de apagado situado junto a esta aplicación (

).

Data Wrangler se ejecuta en una instancia ml.m5.4xlarge. Esta instancia desaparece de
INSTANCIAS EN EJECUCIÓN al apagar la aplicación Data Wrangler.

Después de apagar la aplicación Data Wrangler, tiene que reiniciarse la próxima vez que abra un 
archivo de flujo de Data Wrangler. Este proceso puede tardar unos minutos.

Escale la preparación de datos con Apache Spark, Hive o Presto 
en Amazon EMR o desde las libretas AWS Glue Amazon Studio 
Classic SageMaker
Amazon SageMaker Studio Classic proporciona a los científicos de datos, ingenieros de aprendizaje 
automático (ML) y médicos de cabecera herramientas para realizar análisis y preparación de datos 
a escala. Analizar, transformar y preparar grandes cantidades de datos es un paso fundamental de 
cualquier flujo de trabajo de ciencia de datos y aprendizaje automático. SageMaker Studio Classic 
incluye la integración integrada de Amazon EMR e AWS Glue Interactive Sessions para gestionar 
sus flujos de trabajo de aprendizaje automático y preparación de datos interactivos a gran escala, 
todo ello desde su bloc de notas Studio Classic.

Amazon EMR es una plataforma de macrodatos gestionada con recursos que le ayudan a ejecutar 
trabajos de procesamiento de datos distribuidos a escala de petabytes mediante marcos de análisis 
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de código abierto, AWS como Apache Spark, Apache Hive, Presto, HBase, Flink y Hudi, entre otros. 
Los ingenieros y científicos de datos utilizan Amazon EMR para una amplia variedad de casos 
de uso, como el análisis de macrodatos, los análisis hipotéticos, los análisis en tiempo real y la 
preparación de datos para el aprendizaje automático. Con la integración de Studio Classic con 
Amazon EMR, puede crear, explorar, descubrir y conectarse a clústeres de Amazon EMR sin salir 
de su bloc de notas Studio Classic. También puedes monitorear y depurar tus cargas de trabajo de 
Spark accediendo con un solo clic a la interfaz de usuario de Spark desde el bloc de notas. Debería 
considerar Amazon EMR para sus cargas de trabajo de preparación de datos si quiere tener el 
máximo control sobre las versiones de hardware y software, los contenedores y las aplicaciones de 
procesamiento de big data.

AWS GlueInteractive Sessions es un servicio sin servidor que puede utilizar para recopilar, 
transformar, limpiar y preparar datos para su almacenamiento en sus lagos y canalizaciones 
de datos. AWS Glue Interactive Sessions proporciona un entorno de ejecución Apache Spark 
bajo demanda y sin servidor que puede inicializar en cuestión de segundos en una unidad de 
procesamiento de datos (DPU) dedicada sin tener que preocuparse por el aprovisionamiento y 
la administración de una compleja infraestructura de clústeres de cómputo. Tras la inicialización, 
puede navegar rápidamente por el catálogo de AWS Glue datos, ejecutar consultas de gran tamaño, 
acceder a los datos regidos por AWS Lake Formation ellos y analizarlos y prepararlos de forma 
interactiva con Spark, directamente en su portátil Studio Classic. A continuación, puedes usar 
los datos preparados para entrenar, ajustar e implementar modelos mediante las herramientas 
de aprendizaje automático diseñadas específicamente en Studio Classic. SageMaker Deberías 
considerar las sesiones AWS Glue interactivas para tus cargas de trabajo de preparación de datos si 
deseas un servicio Spark sin servidor con un control moderado de la configurabilidad y la flexibilidad.

Contenidos

• Preparar los datos con Amazon EMR

• Prepare los datos mediante sesiones interactivas AWS Glue

Preparar los datos con Amazon EMR

Amazon SageMaker Studio Classic incluye la integración integrada de Amazon EMR, con la que 
los científicos e ingenieros de datos pueden realizar la preparación de datos interactiva a escala de 
petabytes y el aprendizaje automático (ML) directamente desde su bloc de notas Studio Classic.
Dentro de una libreta, pueden descubrir y conectarse a los clústeres de Amazon EMR existentes 
y, a continuación, explorar, visualizar y preparar datos a gran escala de forma interactiva para el 
aprendizaje automático mediante Apache Spark, ApacheHive y Presto. Además, los usuarios pueden 
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acceder a la interfaz de usuario de Spark con un solo clic para supervisar sus trabajos de Spark 
desde sus cuadernos Studio Classic.

Los administradores pueden utilizarla AWS Service Catalogpara definir AWS 
CloudFormationplantillas de clústeres de Amazon EMR accesibles para los usuarios de Studio 
Classic. A continuación, los científicos de datos pueden elegir una plantilla predefinida para 
aprovisionar automáticamente un clúster de Amazon EMR directamente desde las libretas de 
SageMaker Amazon Studio Classic. Los administradores pueden parametrizar aún más las plantillas 
para que los usuarios puedan elegir los aspectos del clúster que se adapten a sus cargas de 
trabajo dentro de unos valores predefinidos. Por ejemplo, es posible que un científico de datos o 
un ingeniero de datos desee especificar el número de nodos principales del clúster hasta un valor 
máximo predeterminado, o bien seleccionar el tipo de instancia de un nodo en un menú desplegable.

• Si es administrador, asegúrese de haber habilitado la comunicación entre los blocs de 
notas de Amazon SageMaker Studio Classic y los clústeres de Amazon EMR. Para obtener 
instrucciones, consulte la sección Configurar redes (para administradores). Una vez habilitada esta 
comunicación, tiene la opción de:

• Defina plantillas de clústeres AWS Service Catalog y garantice su disponibilidad a través de las 
libretas de Studio Classic:. Configurar plantillas de Amazon EMR en AWS Service Catalog (para 
administradores)

• Configure la capacidad de detección de los clústeres de Amazon EMR existentes directamente 
desde las libretas de Studio Classic:. Configurar la capacidad de detección de los clústeres de 
Amazon EMR (para administradores)

• Si es un científico de datos o un ingeniero de datos que desea autoaprovisionar un clúster de 
Amazon EMR, consulte Lance un clúster de Amazon EMR desde Studio Classic.

• Si es un científico de datos o un ingeniero de datos que desea descubrir clústeres de Amazon 
EMR existentes desde Studio Classic y conectarse a ellos, consulte. Utilice los clústeres de 
Amazon EMR de las libretas Studio Classic

Lista de temas

• Configurar redes (para administradores)

• Creación de un clúster de Amazon EMR a partir de libretas Studio Classic

• Utilice los clústeres de Amazon EMR de las libretas Studio Classic

• Acceda a la interfaz de usuario de Spark desde Studio Classic

• Tutoriales y documentos técnicos
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• Configuración adicional para casos de uso entre cuentas (para administradores)

• Solución de problemas

Configurar redes (para administradores)

En esta sección se proporciona información sobre cómo los administradores pueden configurar su 
red para permitir la comunicación entre las libretas Amazon SageMaker Studio Classic y un clúster 
de Amazon EMR.

Las instrucciones de red varían en función de si SageMaker Studio Classic y Amazon EMR se 
implementan en una Amazon Virtual Private Cloud (VPC) privada o se comunican a través de 
Internet.

De forma predeterminada, SageMaker Studio Classic se ejecuta en una VPC AWS gestionada con
acceso a Internet. Cuando se utiliza una conexión a Internet, Studio Classic accede a AWS los 
recursos, como los buckets de Amazon S3, a través de Internet. Sin embargo, si tiene requisitos 
de seguridad para controlar el acceso a sus contenedores de datos y trabajos, le recomendamos 
que configure SageMaker Studio Classic y Amazon EMR para que no se pueda acceder a sus 
datos y contenedores a través de Internet. Para controlar el acceso a sus recursos o ejecutar 
SageMaker Studio Classic sin acceso público a Internet, puede especificar el tipo de acceso a la
VPC only red al incorporarse a Amazon SageMaker Domain. En este escenario, SageMaker Studio 
Classic establece conexiones con otros AWS servicios a través de puntos finales de VPC privados. 
Para obtener información sobre la configuración de SageMaker Studio Classic en el VPC only
modo, consulte Conectar los blocs de notas de SageMaker Studio Classic de una VPC a recursos 
externos. .

Las dos primeras secciones describen cómo garantizar la comunicación entre SageMaker Studio 
Classic y un clúster de Amazon EMR en VPC sin acceso público a Internet. La última sección 
explica cómo garantizar la comunicación entre SageMaker Studio Classic y Amazon EMR mediante 
una conexión a Internet. Antes de conectar SageMaker Studio Classic y Amazon EMR sin acceso 
a Internet, asegúrese de establecer puntos de enlace para Amazon Simple Storage Service 
(almacenamiento de datos), Amazon CloudWatch (registro y supervisión) y Amazon SageMaker 
Runtime (control de acceso detallado basado en roles (RBAC)).

• Si su clúster de Amazon SageMaker Studio Classic y Amazon EMR están configurados en VPC 
diferentes en la misma AWS cuenta o en cuentas diferentes, consulte.  Studio Classic y Amazon 
EMR se implementan en VPC independientes
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• Si su clúster de Amazon SageMaker Studio Classic y Amazon EMR están configurados en la 
misma VPC, consulte. Amazon SageMaker Studio Classic y Amazon EMR se encuentran en la 
misma VPC

• Si ha optado por conectar Amazon SageMaker Studio Classic y el clúster de Amazon EMR a 
través de una red pública de Internet, consulte. Amazon SageMaker Studio Classic y Amazon EMR 
se comunican a través de Internet público

Studio Classic y Amazon EMR se implementan en VPC independientes

Para permitir la comunicación entre SageMaker Studio Classic y un clúster de Amazon EMR cuando 
se implementan en distintas VPC:

1. Comience conectando sus VPC a través de una conexión de emparejamiento de VPC.

2. Actualice las tablas de enrutamiento de cada VPC para enrutar el tráfico de red entre las subredes 
de Studio Classic y las subredes de Amazon EMR en ambos sentidos.

3. Configure sus grupos de seguridad para permitir el tráfico entrante y saliente.

Los pasos son similares, independientemente de si Amazon SageMaker Studio Classic y el clúster 
de Amazon EMR se implementan en la misma AWS cuenta (caso de uso de una sola cuenta) o en 
AWS cuentas diferentes (caso de uso de cuentas cruzadas).

1. Emparejamiento de VPC

Cree una conexión de emparejamiento de VPC para facilitar la creación de redes entre las dos 
VPC (Studio SageMaker Classic y Amazon EMR).

a. En tu cuenta de SageMaker Studio Classic, en el panel de control de VPC, selecciona 
Conexiones de emparejamiento y, a continuación, Crear conexión de emparejamiento.

b. Cree su solicitud para emparejar la VPC Studio Classic con la VPC de Amazon EMR. 
Cuando solicites el emparejamiento en otra AWS cuenta, selecciona Otra cuenta en
Seleccione otra VPC con la que realizar el emparejamiento.

Para la interconexión de cuentas cruzadas, el administrador debe aceptar la solicitud de la 
cuenta Amazon EMR.

Al emparejar subredes privadas, debe habilitar la resolución DNS de IP privada en el nivel 
de conexión de emparejamiento de VPC.
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2. Tablas de enrutamiento

Envíe el tráfico de red entre las subredes de SageMaker Studio Classic y las subredes de 
Amazon EMR en ambos sentidos.

Tras establecer la conexión de emparejamiento, el administrador (en cada cuenta para el acceso 
entre cuentas) puede añadir rutas a las tablas de rutas de las subredes privadas para enrutar 
el tráfico entre las libretas y las subredes del clúster. Para definir esas rutas, vaya a la sección
Route Tables (Tablas de enrutamiento) de cada VPC en el panel de VPC.

La siguiente ilustración de la tabla de enrutamiento de una VPCsubnet de Studio Classic 
muestra un ejemplo de una ruta de salida desde la cuenta de Studio Classic al rango de IP de la 
VPC de Amazon EMR (aquí) a través de la conexión de emparejamiento. 2.0.1.0/24

La siguiente ilustración de una tabla de enrutamiento de una subred de VPC de Amazon EMR 
muestra un ejemplo de rutas de retorno desde la VPC de Amazon EMR al rango de IP de VPC 
de Studio Classic (aquí) a través de la conexión de emparejamiento. 10.0.20.0/24

3. Grupos de seguridad

Por último, el grupo de seguridad de su dominio de Studio Classic debe permitir el tráfico 
saliente y el grupo de seguridad del nodo principal de Amazon EMR debe permitir el tráfico 
entrante en los puertos TCP Apache Livy, Hive o Presto (8998respectivamente10000, 8889 y) 
del grupo de seguridad de instancias de Studio Classic. Apache Livy es un servicio que permite 
la interacción con un clúster de Amazon EMR sobre una interfaz REST.
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La siguiente imagen muestra un ejemplo de una configuración de Amazon VPC que permite a 
las libretas SageMaker Studio Classic aprovisionar clústeres de Amazon EMR a partir de AWS 
CloudFormation plantillas y, a continuación, conectarse a un clúster de Amazon EMR de la misma 
cuenta. AWS El diagrama proporciona una ilustración adicional de los puntos de conexión necesarios 
para una conexión directa a varios AWS servicios, como Amazon S3 o Amazon CloudWatch, cuando 
las VPC no tienen acceso a Internet. Como alternativa, se debe usar una puerta de enlace NAT para 
permitir que las instancias de subredes privadas de varias VPC compartan una única dirección IP 
pública proporcionada por la puerta de enlace de Internet al acceder a Internet.

Amazon SageMaker Studio Classic y Amazon EMR se encuentran en la misma VPC

Si Amazon SageMaker Studio Classic y el clúster están en subredes diferentes, añada rutas a cada 
tabla de enrutamiento de subred privada para enrutar el tráfico entre los cuadernos y las subredes 
del clúster. Para definir esas rutas, vaya a la sección Route Tables (Tablas de enrutamiento) de cada 
VPC en el panel de VPC. Si implementó Amazon SageMaker Studio Classic y un clúster de Amazon 
EMR en la misma VPC y la misma subred, no necesita enrutar el tráfico entre los cuadernos y el 
clúster.

Preparar los datos con Amazon EMR 2473

https://docs.aws.amazon.com/vpc/latest/userguide/vpc-nat-gateway.html#nat-gateway-working-with
https://docs.aws.amazon.com/vpc/latest/userguide/VPC_Internet_Gateway.html


Amazon SageMaker Guía para desarrolladores

Tanto si necesita actualizar las tablas de enrutamiento como si no, el grupo de seguridad de su 
dominio de Studio Classic debe permitir el tráfico saliente y el grupo de seguridad del nodo principal 
de Amazon EMR debe permitir el tráfico entrante en los puertos TCP Apache Livy, Hive o Presto 
(8998respectivamente10000, 8889 y) del grupo de seguridad de instancias de Studio Classic.
Apache Livy es un servicio que permite la interacción con un clúster de Amazon EMR sobre una 
interfaz REST.

Amazon SageMaker Studio Classic y Amazon EMR se comunican a través de Internet público

De forma predeterminada, SageMaker Studio Classic proporciona una interfaz de red que permite 
la comunicación con Internet a través de una puerta de enlace de Internet en la VPC asociada al 
SageMaker dominio. Si decide conectarse a Amazon EMR a través de la Internet pública, su clúster 
de Amazon EMR debe aceptar el tráfico entrante en los puertos TCP Apache Livy, Hive o Presto
(respectivamente8998, 10000 y) desde su puerta de enlace de Internet. 8889 Apache Livy es un 
servicio que permite la interacción con un clúster de Amazon EMR a través de una interfaz REST.

Tenga en cuenta que cualquier puerto en el que permita el tráfico entrante representa una posible 
vulnerabilidad de seguridad. Revise con atención los grupos de seguridad personalizados para 
asegurarse de minimizar las vulnerabilidades. Para obtener más información, consulte Control del 
tráfico de red con grupos de seguridad.

Como alternativa, consulte Tutoriales y documentos técnicos para obtener un tutorial detallado sobre 
cómo habilitar Kerberos en Amazon EMR, configurar el clúster en una subred privada y acceder al 
clúster mediante un Equilibrador de carga de red (NLB) para mostrar solo puertos específicos, cuyo 
acceso se controla mediante grupos de seguridad.

Note

Al conectarse a su punto de conexión Apache Livy a través de la Internet pública, le 
recomendamos que proteja las comunicaciones entre Amazon SageMaker Studio Classic y 
su clúster de Amazon EMR mediante TLS.
Para obtener información sobre cómo configurar HTTPS con Apache Livy, consulte Habilitar 
HTTPS con Apache Livy. Para obtener información sobre cómo configurar un clúster de 
Amazon EMR con el cifrado de tránsito habilitado, consulte Proporcionar certificados para 
cifrar datos en tránsito con el cifrado de Amazon EMR. Además, debe configurar Studio 
Classic para acceder a su clave de certificado tal y como se especifica en. Conectar a un 
clúster de Amazon EMR a través de HTTPS
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Creación de un clúster de Amazon EMR a partir de libretas Studio Classic

Los administradores pueden utilizar AWS Service Catalog para definir plantillas de AWS 
CloudFormation de clústeres de Amazon EMR como productos de una cartera y, a continuación, 
ponerlas a disposición de los usuarios seleccionados. Con Service Catalog, los administradores 
pueden controlar completamente la configuración organizativa, de seguridad y de red de los 
clústeres de Amazon EMR. A continuación, los científicos e ingenieros de datos pueden ver, 
seleccionar y personalizar esas plantillas para sus cargas de trabajo específicas a fin de crear 
clústeres de Amazon EMR bajo demanda directamente desde SageMaker sus libretas Studio 
Classic. Esto se puede hacer sin necesidad de realizar manualmente configuraciones complejas. 
Los usuarios también pueden cancelar los clústeres de Amazon EMR de las libretas Studio Classic 
después de utilizarlas.

• Si es administrador y desea configurar AWS CloudFormation plantillas como AWS Service Catalog 
productos para que los usuarios puedan crear clústeres de Amazon EMR desde Studio Classic, 
consulte. Configurar plantillas de Amazon EMR en AWS Service Catalog (para administradores)

• Si es un científico de datos o un ingeniero de datos que desea autoaprovisionar un clúster de 
Amazon EMR para procesar datos a escala utilizando marcos de código abierto como Apache 
Spark, Apache Hive o Presto, consulte Lance un clúster de Amazon EMR desde Studio Classic.

• Si desea descubrir clústeres de Amazon EMR existentes desde Studio Classic y conectarse a 
ellos, consulte. Utilice los clústeres de Amazon EMR de las libretas Studio Classic

Temas

• Configurar plantillas de Amazon EMR en AWS Service Catalog (para administradores)

• Lance un clúster de Amazon EMR desde Studio Classic

Configurar plantillas de Amazon EMR en AWS Service Catalog (para administradores)

En esta sección se proporciona información sobre cómo los administradores pueden configurar un
AWS Service Catalogproducto para que los usuarios puedan autoaprovisionar clústeres de Amazon 
EMR de forma independiente desde las libretas SageMaker Amazon Studio Classic. Además, los 
administradores pueden configurar las plantillas de clústeres de Amazon EMR de forma que los 
usuarios finales puedan personalizar varios aspectos del clúster para adaptarlos a sus requisitos 
específicos. Por ejemplo, el administrador puede definir una lista de tipos de instancias permitidos 
entre los que los usuarios pueden elegir al crear el clúster.
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En este tema se supone que está familiarizado con la creación de carteras y productos en AWS 
Service Catalog así como con Amazon EMR y AWS CloudFormation.

Note

Puede consultar las AWS CloudFormation plantillas del sagemaker-studio-emr GitHub 
repositorio aws-samples/ como ejemplos de CloudFormation pilas para implementar 
funciones de IAM, Amazon VPC, un dominio aislado de Studio Classic, un perfil de 
usuario y una plantilla para CloudFormation lanzar un clúster de Amazon EMR. Hay 
varias opciones disponibles en función del método de autenticación entre Studio Classic 
y el clúster de Amazon EMR. En estos ejemplos, una CloudFormation plantilla principal 
transfiere los parámetros de ID de SageMaker VPC, grupo de seguridad e ID de subred a la 
CloudFormation plantilla de un clúster de Amazon EMR.
Puede acceder a varios ejemplos de plantillas de CloudFormation Amazon EMR en el 
repositorio anidado sagemaker-studio-emr/cloudformation/emr_servicecatalog_templates y, 
además, elegir entre una implementación de una sola cuenta o varias cuentas.
Para obtener más información sobre los métodos de autenticación disponibles al conectarse 
a un clúster de Amazon EMR, consulte Utilice los clústeres de Amazon EMR de las libretas 
Studio Classic.

Para simplificar la creación de clústeres de Amazon EMR, los administradores pueden registrar la
CloudFormation plantilla de un clúster de Amazon EMR como un producto en la cartera de. AWS 
Service Catalog A continuación, asocian la cartera de Service Catalog con la función de ejecución 
de Studio Classic para garantizar la disponibilidad de la plantilla en Studio Classic. Además, para 
asegurarse de que los científicos de datos puedan descubrir esas plantillas, aprovisionar clústeres de 
Amazon EMR y conectarse a los clústeres de Amazon EMR desde sus cuadernos Studio Classic, los 
administradores deben establecer los permisos de acceso adecuados.

La siguiente lista proporciona la configuración adicional que los administradores deben aplicar a 
una CloudFormation pila básica para permitir que Studio Classic acceda a los productos del Service 
Catalog y aprovisione los clústeres de Amazon EMR. Estos ajustes se deben aplicar en varios 
niveles:

• En la cartera de Service Catalog

• En el producto de Service Catalog

• En la plantilla EMR de CloudFormation Amazon declarada como producto de Service Catalog
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Por último, los administradores deben asignar los permisos necesarios tanto a la función de 
ejecución de Studio Classic que accede a los clústeres como a la cuenta en la que se implementa 
Amazon EMR, en función de si Studio Classic y Amazon EMR están en la misma cuenta o en 
cuentas diferentes. AWS

• Requisitos previos: Requisitos de red y autenticación

Como requisito previo, asegúrese de haber revisado los requisitos de red y seguridad y de haber 
creado una CloudFormation pila de referencia compatible con el método de autenticación de su 
elección. Configurar redes (para administradores) Puede encontrar ejemplos de CloudFormation 
plantillas en sagemaker-studio-emraws-samples/.

• En su cartera de Service Catalog:

Añada la siguiente sección a la CloudFormation plantilla de su cartera (consulte el ejemplo en 
formato YAML) para asociar su cartera a la función de ejecución de Studio Classic que accede a 
su clúster.

SageMakerStudioEMRProductPortfolioPrincipalAssociation: 
    Type: AWS::ServiceCatalog::PortfolioPrincipalAssociation 
    Properties: 
      PrincipalARN: SageMakerExecutionRole.Arn
      PortfolioId: SageMakerStudioEMRProductPortfolio ID
      PrincipalType: IAM

• En su producto de Service Catalog:

Añada la siguiente clave de etiqueta "sagemaker:studio-visibility:emr" y establézcala 
en el valor "true" (aquí en YAML) del producto Service Catalog que hace referencia al recurso 
de plantilla de Amazon EMR. Esto garantiza la visibilidad de la plantilla en Studio Classic.

SMStudioEMRNoAuthProduct: 
    Type: AWS::ServiceCatalog::CloudFormationProduct 
    Properties: 
      Owner: AWS 
      Name: SageMaker Studio Domain No Auth EMR 
      ProvisioningArtifactParameters: 
        - Name: SageMaker Studio Domain No Auth EMR 
          Description: Provisions a SageMaker domain and No Auth EMR Cluster 
          Info: 
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            LoadTemplateFromURL: Link to your CloudFormation template. For example, 
 https://aws-ml-blog.s3.amazonaws.com/artifacts/astra-m4-sagemaker/end-to-end/CFN-
EMR-NoStudioNoAuthTemplate-v3.yaml
      Tags: 
        - Key: "sagemaker:studio-visibility:emr" 
          Value: "true"

• En la CloudFormation plantilla del clúster de Amazon EMR de su producto de Service Catalog:

Añada los siguientes parámetros de pila obligatorios como marcador de posición. Esta sección se 
completa con el nombre y el identificador del proyecto de Studio Classic que utiliza el usuario al 
aprovisionar un clúster desde Studio Classic.

SageMakerProjectName:
Type: String
Description: Name of the project

SageMakerProjectId:
Type: String
Description: Service generated Id of the project.

Los administradores pueden especificar Default e AllowedValues incluir opciones en la 
sección de parámetros de una plantilla, lo que permite a los usuarios introducir o seleccionar 
valores personalizados al crear un clúster. El siguiente ejemplo ilustra los parámetros de entrada 
adicionales que los administradores pueden establecer al crear una plantilla de Amazon EMR.

"Parameters": { 
    "EmrClusterName": { 
      "Type": "String", 
      "Description": "EMR cluster Name." 
    }, 
    "MasterInstanceType": { 
      "Type": "String", 
      "Description": "Instance type of the EMR master node.", 
      "Default": "m5.xlarge", 
      "AllowedValues": [ 
        "m5.xlarge", 
        "m5.2xlarge", 
        "m5.4xlarge" 
      ] 
    }, 
    "CoreInstanceType": { 
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      "Type": "String", 
      "Description": "Instance type of the EMR core nodes.", 
      "Default": "m5.xlarge", 
      "AllowedValues": [ 
        "m5.xlarge", 
        "m5.2xlarge", 
        "m5.4xlarge", 
        "m3.medium", 
        "m3.large", 
        "m3.xlarge", 
        "m3.2xlarge" 
      ] 
    }, 
    "CoreInstanceCount": { 
      "Type": "String", 
      "Description": "Number of core instances in the EMR cluster.", 
      "Default": "2", 
      "AllowedValues": [ 
        "2", 
        "5", 
        "10" 
      ] 
    }, 
    "EmrReleaseVersion": { 
      "Type": "String", 
      "Description": "The release version of EMR to launch.", 
      "Default": "emr-5.33.1", 
      "AllowedValues": [ 
        "emr-5.33.1", 
        "emr-6.4.0" 
      ] 
    } 
  }

• Por último, adjunte las políticas de IAM necesarias para permitir la visibilidad de las plantillas de 
CloudFormation Amazon EMR y el autoaprovisionamiento de los clústeres de Amazon EMR desde 
las libretas Studio Classic. La función a la que debe añadir esas políticas depende de si Studio 
Classic y Amazon EMR se implementan en la misma cuenta (cuenta única) o en cuentas diferentes 
(cuentas cruzadas).

• Si su clúster de Amazon EMR está desplegado en la misma AWS cuenta que la cuenta Studio 
Classic, consulte la pestaña Cuenta única.
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• Si su clúster de Amazon EMR está desplegado en una AWS cuenta diferente a la cuenta de 
Studio Classic, consulte la pestaña Cuentas cruzadas.

Para obtener más información sobre el acceso entre cuentas mediante roles, consulte Acceso a 
recursos entre cuentas en IAM o Lógica de evaluación de políticas entre cuentas.

Single account

Adjunte los siguientes permisos al rol de ejecución de Studio Classic para acceder a su clúster.

En la siguiente lista se proporciona un desglose de los permisos necesarios.

• AllowEMRTemplateDiscovery permite la detección de plantillas de Amazon EMR.

• AllowSagemakerProjectManagementpermite la creación de SageMaker proyectos. En 
Studio Classic, el acceso a los AWS Service Catalog se concede a través de Projects.

• AllowClusterDetailsDiscovery y AllowClusterDiscovery permiten la detección y 
la conexión a los clústeres de Amazon EMR.

• AllowPresignedUrl permite crear URL prefirmadas para acceder a la interfaz de usuario 
de Spark.

El siguiente es un JSON completo que incluye estos permisos.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:studio-region:studio-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDetailsDiscovery", 
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            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstances", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:DescribeSecurityConfiguration" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:studio-region:studio-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:ListClusters" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AllowEMRTemplateDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
              "servicecatalog:SearchProducts" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AllowSagemakerProjectManagement", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateProject", 
                "sagemaker:DeleteProject" 
            ], 
            "Resource": "arn:aws:sagemaker:studio-region:studio-account:project/*" 
        }, 
    ]
}

Cross accounts

Si los clústeres de Amazon EMR y Studio Classic se implementan en AWS cuentas 
independientes, debe configurar los permisos en varios pasos.
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• En la cuenta de confianza (la cuenta en la que se implementa Amazon EMR), cree un rol 
de IAM personalizado (denominado ASSUMABLE-ROLE en esta página) con los siguientes 
permisos y relación de confianza.

Para obtener información sobre cómo crear unacuenta de AWS, consulte Creación de un rol 
de IAM (consola).

1. Una política de IAM con los permisos siguientes:

• AllowClusterDetailsDiscovery y AllowClusterDiscovery permiten la 
detección y la conexión a los clústeres de Amazon EMR.

• AllowPresignedUrl para permitir la creación de URL prefirmadas para acceder a la 
interfaz de usuario de Spark.

El siguiente es un JSON completo que incluye estos permisos.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:emr-region:emr-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDetailsDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
               "elasticmapreduce:DescribeCluster", 
               "elasticmapreduce:ListInstances", 
               "elasticmapreduce:ListInstanceGroups", 
               "elasticmapreduce:DescribeSecurityConfiguration" 
            ], 
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            "Resource": [ 
                "arn:aws:elasticmapreduce:emr-region:emr-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:ListClusters" 
            ], 
            "Resource": "*" 
        } 
    ]
}

2. Para conceder a la cuenta de confianza (la cuenta en la que se implementa Studio 
Classic) el permiso para asumir un rol en la cuenta de confianza, incluya la siguiente 
relación de confianza.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::studio-account:root" 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}

• En la cuenta de confianza (la cuenta en la que se implementa Studio Classic), añada los 
siguientes permisos y la relación de confianza a la función de ejecución de Studio Classic.

1. Una política de IAM con los permisos siguientes:

• AllowSagemakerProjectManagementpara permitir la creación de SageMaker 
proyectos. En Studio Classic, el acceso a los AWS Service Catalog se concede a través 
de Projects.

• AllowEMRTemplateDiscovery para permitir la detección de plantillas de Amazon 
EMR.
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El siguiente es un JSON completo que incluye estos permisos.

{ 
  "Version": "2012-10-17", 
  "Statement": [         
  { 
            "Sid": "AllowSagemakerProjectManagement", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateProject", 
                "sagemaker:DeleteProject" 
            ], 
            "Resource": "arn:aws:sagemaker:::project/*" 
   }, 
   { 
            "Sid": "AllowEMRTemplateDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
              "servicecatalog:SearchProducts" 
            ], 
            "Resource": "*" 
   } 
    ]
}

2. Para conceder a la función de ejecución de Studio Classic el permiso para asumir
ASSUMABLE-ROLE la cuenta de confianza, incluya la siguiente relación de confianza.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
  {  
            "Sid": "AllowRoleAssumptionForCrossAccountDiscovery",  
            "Effect": "Allow",  
            "Action": "sts:AssumeRole",  
            "Resource":  ["arn:aws:iam::emr-account:role/ASSUMABLE-ROLE" ] 
  }] 
  }

• Por último, consulte Configuración adicional para casos de uso entre cuentas (para 
administradores) para obtener información sobre cómo proporcionar el ARN del
ASSUMABLE-ROLE rol de ejecución de Studio Classic. El servidor Jupyter de Studio Classic 
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carga el ARN en el momento del lanzamiento. La función de ejecución de Studio Classic 
asume la función multicuenta para detectar los clústeres de Amazon EMR de la cuenta de 
confianza y conectarse a ellos.

Una vez que las CloudFormation plantillas estén disponibles en Amazon SageMaker Studio Classic, 
los científicos de datos podrán utilizarlas para aprovisionar automáticamente los clústeres de 
Amazon EMR. Cada elemento "Parameters" especificado en la plantilla se convierte en un 
cuadro de entrada en el formulario de creación de clústeres de Studio Classic, y lo correspondiente
"AllowedValues" aparece en un menú desplegable.

La siguiente ilustración muestra el formulario dinámico ensamblado a partir de una plantilla de 
CloudFormation Amazon EMR para crear un clúster de Amazon EMR en Studio Classic. SageMaker

Visite Lance un clúster de Amazon EMR desde Studio Classic para obtener información sobre cómo 
lanzar un clúster desde Studio Classic con esas plantillas de Amazon EMR.

Lance un clúster de Amazon EMR desde Studio Classic

Los científicos e ingenieros de datos pueden aprovisionar automáticamente los clústeres de 
Amazon EMR desde Studio Classic AWS CloudFormation mediante plantillas configuradas por 
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sus administradores. Si es administrador y desea configurar CloudFormation plantillas como AWS 
Service Catalog productos para que los usuarios puedan crear clústeres de Amazon EMR desde 
Studio Classic, consulte. Configurar plantillas de Amazon EMR en AWS Service Catalog (para 
administradores)

Para aprovisionar un nuevo clúster de Amazon EMR desde Studio Classic:

1. Seleccione el icono Inicio

( ) 
en el panel izquierdo de la interfaz de usuario de Studio Classic y, a continuación, seleccione el 
nodo Datos en el menú de navegación. Diríjase hacia abajo hasta el nodo Clusters (Clústeres). 
Se abrirá una página con una lista de los clústeres de Amazon EMR a los que puede acceder 
desde SageMaker Studio Classic.

2. Elija Create cluster. Se abrirá una página, en el área de trabajo principal, con una lista de las 
plantillas de clústeres disponibles.

3. Seleccione una plantilla de configuración de clúster eligiendo un nombre de plantilla. Al 
seleccionar una plantilla, se activa el botón Select template (Seleccionar plantilla). Elija Select 
template (Seleccionar plantilla). Esto abre un formulario de creación de clústeres.

4. Introduzca los detalles del clúster, como el nombre del clúster y cualquier parámetro configurable 
específico establecido por su administrador, y luego elija Create cluster (Crear clúster). La 
creación del clúster puede tardar un par de minutos.
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Una vez aprovisionado el clúster, la interfaz de usuario de Studio Classic muestra el mensaje El 
clúster se ha creado correctamente.

Para conectarse y utilizar el clúster, consulte Utilice los clústeres de Amazon EMR de las libretas 
Studio Classic

Utilice los clústeres de Amazon EMR de las libretas Studio Classic

En esta sección, obtendrá información sobre cómo detectar, conectarse o finalizar un clúster de 
Amazon EMR desde las libretas SageMaker Studio Classic.

• Si es administrador, consulte Configurar la capacidad de detección de los clústeres de Amazon 
EMR (para administradores) para configurar la capacidad de detección de los clústeres de Amazon 
EMR SageMaker desde las libretas Studio Classic.

• Si es un científico de datos o un ingeniero de datos que desea descubrir los clústeres de Amazon 
EMR desde sus cuadernos Studio Classic, consulte. Descubra los clústeres de Amazon EMR de 
Studio Classic SageMaker
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• Si es un científico de datos o un ingeniero de datos que desea conectarse a los clústeres de 
Amazon EMR existentes desde sus cuadernos Studio Classic, consulte. Conéctese a un clúster de 
Amazon EMR desde Studio Classic SageMaker

Al conectarse a su clúster de Amazon EMR desde SageMaker Studio Classic, puede autenticarse en 
su clúster con Kerberos, el Lightweight Directory Access Protocol (LDAP) o utilizar la autenticación 
de roles de IAM en tiempo de ejecución. El método de autenticación depende de la configuración del 
clúster. Puede consultar este ejemplo: Acceder a Apache Livy mediante un Network Load Balancer 
en un clúster de Amazon EMR habilitado para Kerberos para configurar un clúster de Amazon EMR
que utilice Kerberos. Como alternativa, puede consultar las plantillas de CloudFormation ejemplo que 
utilizan Kerberos o LDAP en el repositorio aws-samples/. sagemaker-studio-emr GitHub

Busque la lista de comandos de conexión disponibles a un clúster de Amazon EMR por método de 
autenticación en Introduzca manualmente el comando de conexión a un clúster de Amazon EMR
para conectarse a su clúster de Amazon EMR.

Imágenes y núcleos compatibles para conectarse a un clúster de Amazon EMR desde Studio Classic 
SageMaker

SageMaker Studio Classic ofrece soporte integrado para conectarse a clústeres de Amazon EMR en 
las siguientes imágenes y núcleos:

• DataScience — Núcleo de Python 3

• DataScience 2.0 — Núcleo de Python 3

• DataScience 3.0 — Núcleo de Python 3

• SparkAnalytics 1.0 — SparkMagic y PySpark núcleos

• SparkAnalytics 2.0 — SparkMagic y núcleos PySpark

• SparkMagic — SparkMagic y granos PySpark

• PyTorch 1.8 — Núcleos de Python 3

• TensorFlow 2.6 — Núcleo de Python 3

• TensorFlow 2.11 — Núcleo de Python 3

Esas imágenes y núcleos vienen con sagemaker-studio-analytics-extensionuna extensión para 
notebook que permite la conexión a un clúster remoto de Spark (Amazon EMR) a través de
SparkMagicla biblioteca mediante Apache Livy.
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Para conectarse a los clústeres de Amazon EMR mediante otra imagen integrada o su propia 
imagen, siga las instrucciones que se indican en Traiga su propia imagen.

Traiga su propia imagen

Para incorporar su propia imagen a SageMaker Studio Classic y permitir que sus portátiles se 
conecten a los clústeres de Amazon EMR, instale la sagemaker-studio-analytics-extensionsiguiente 
extensión en su núcleo. Admite la conexión de portátiles SageMaker Studio Classic a clústeres de 
Spark (Amazon EMR) a través SparkMagicde la biblioteca.

pip install sparkmagic
pip install sagemaker-studio-sparkmagic-lib
pip install sagemaker-studio-analytics-extension

Además, para conectarse a Amazon EMR con la autenticación Kerberos, debe instalar el cliente kinit. 
En función del sistema operativo, el comando para instalar el cliente kinit puede variar. Para obtener 
una imagen de Ubuntu (basada en Debian), utilice el comando apt-get install -y -qq krb5-
user.

Para obtener más información sobre cómo crear su propia imagen en SageMaker Studio Classic, 
consulte Traiga su propia SageMaker  imagen.

Configurar la capacidad de detección de los clústeres de Amazon EMR (para administradores)

En esta sección se proporcionan detalles sobre cómo los administradores pueden configurar la 
capacidad de detección de los clústeres de Amazon EMR existentes SageMaker desde Studio 
Classic. Los clústeres se pueden implementar en la misma AWS cuenta que Studio Classic (pestaña
Cuenta única) o en cuentas independientes (pestaña Cuentas múltiples).

Single Account

Adjunta los siguientes permisos a la función de ejecución de SageMaker Studio Classic para 
acceder al clúster.

En la siguiente lista se proporciona un desglose de los permisos necesarios.

• AllowSagemakerProjectManagementpermite la creación de SageMakerproyectos. En 
Studio Classic, el acceso a los AWS Service Catalog se concede a través de Projects.

• AllowClusterDetailsDiscovery y AllowClusterDiscovery permiten la detección y la 
conexión a los clústeres de Amazon EMR.
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• AllowPresignedUrl permite crear URL prefirmadas para acceder a la interfaz de usuario de 
Spark.

El siguiente es un JSON completo que incluye estos permisos.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:region:account-id:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDetailsDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
               "elasticmapreduce:DescribeCluster", 
               "elasticmapreduce:ListInstances", 
               "elasticmapreduce:ListInstanceGroups", 
               "elasticmapreduce:DescribeSecurityConfiguration" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:region:account-id:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:ListClusters" 
            ], 
            "Resource": "*" 
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        }, 
        { 
            "Sid": "AllowSagemakerProjectManagement", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateProject", 
                "sagemaker:DeleteProject" 
            ], 
            "Resource": "arn:aws:sagemaker:region:account-id:project/*" 
        } 
    ]
}

Cross Accounts

Si los clústeres de Amazon EMR y SageMaker Studio Classic se implementan en AWS cuentas 
independientes, debe configurar los permisos en varios pasos.

• En la cuenta de confianza (la cuenta en la que se implementa Amazon EMR), cree un rol 
de IAM personalizado (denominado ASSUMABLE-ROLE en esta página) con los siguientes 
permisos y relación de confianza.

Para obtener información sobre cómo crear unacuenta de AWS, consulte Creación de un rol de 
IAM (consola).

1. Añada una política de IAM que defina los permisos siguientes:

• AllowClusterDetailsDiscovery y AllowClusterDiscovery permiten la detección 
y la conexión a los clústeres de Amazon EMR.

• AllowPresignedUrl para permitir la creación de URL prefirmadas para acceder a la 
interfaz de usuario de Spark.

El siguiente es un JSON completo que incluye estos permisos.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
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                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:emr-region:emr-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDetailsDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
               "elasticmapreduce:DescribeCluster", 
               "elasticmapreduce:ListInstances", 
               "elasticmapreduce:ListInstanceGroups", 
               "elasticmapreduce:DescribeSecurityConfiguration" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:emr-region:emr-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:ListClusters" 
            ], 
            "Resource": "*" 
        } 
    ]
}

2. Para conceder a la cuenta de confianza (la cuenta en la que se implementa la cuenta de 
SageMaker Studio Classic) el permiso para asumir un rol en la cuenta de confianza, añada 
la siguiente relación de confianza.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
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        "AWS": "arn:aws:iam::studio-account:root" 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}

• En la cuenta de confianza (la cuenta en la que se implementa SageMaker Studio Classic), 
añada la siguiente relación de confianza a la función de ejecución de Studio Classic.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
  {  
            "Sid": "AllowRoleAssumptionForCrossAccountDiscovery",  
            "Effect": "Allow",  
            "Action": "sts:AssumeRole",  
            "Resource":  ["arn:aws:iam::emr-account:role/ASSUMABLE-ROLE" ] 
  }]
}              

• Por último, consulte Configuración adicional para casos de uso entre cuentas (para 
administradores) para obtener información sobre cómo proporcionar el ARN del ASSUMABLE-
ROLE rol de ejecución de Studio Classic. El servidor Jupyter de Studio Classic carga el 
ARN en el momento del lanzamiento. La función de ejecución de Studio Classic asume la 
función multicuenta para detectar los clústeres de Amazon EMR de la cuenta de confianza y 
conectarse a ellos.

Visite Descubra los clústeres de Amazon EMR de Studio Classic SageMaker para obtener 
información sobre cómo detectar clústeres de Amazon EMR desde los portátiles Studio Classic y 
conectarse a ellos.

Descubra los clústeres de Amazon EMR de Studio Classic SageMaker

Los científicos e ingenieros de datos pueden descubrir clústeres de Amazon EMR, conectarse 
a ellos y gestionarlos desde Amazon SageMaker Studio Classic. Los clústeres de Amazon EMR 
pueden estar en la misma AWS cuenta que Amazon SageMaker Studio Classic o en una cuenta 
diferenteAWS.
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Si su administrador configuró la detección de cuentas cruzadas de los clústeres de Amazon EMR, 
puede ver una lista consolidada de los clústeres en la AWS cuenta utilizada por SageMaker Studio 
Classic, así como en las cuentas remotas.

Si es un administrador que desea configurar la capacidad de detección de los clústeres de Amazon 
EMR SageMaker desde Studio Classic, consulte. Configurar la capacidad de detección de los 
clústeres de Amazon EMR (para administradores)

Para ver la lista de clústeres de Amazon EMR disponibles en SageMaker Studio Classic:

1. Seleccione el icono Inicio

( ) 
en el panel izquierdo de la interfaz de usuario de Studio Classic y, a continuación, seleccione el 
nodo Datos en el menú de navegación.

2. Diríjase hacia abajo hasta el nodo Clusters (Clústeres). Se abrirá una página con una lista de los 
clústeres de Amazon EMR a los que puede acceder desde SageMaker Studio Classic.

La lista muestra el estado de cada clúster. El estado de un clúster puede ser Starting (Iniciando),
Bootstrapping (arrancando), Running/Walking (En ejecución/en funcionamiento), Terminating 
(Terminando), Terminated (Terminado) y Terminated with error (Terminado con error). Puede 
filtrar los clústeres por estado seleccionando el icono de filtro. En la imagen siguiente, se 
muestra un ejemplo de un clúster de base de datos de producción.

3. Para conectarse a un clúster de Running/Walking (En ejecución/en funcionamiento) concreto, 
consulte Conéctese a un clúster de Amazon EMR desde Studio Classic SageMaker.
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Conéctese a un clúster de Amazon EMR desde Studio Classic SageMaker

En esta sección se explica cómo puede conectarse a un clúster de Amazon EMR desde un bloc de 
notas Studio Classic cuando utiliza cualquiera de los núcleos compatibles.

Conectar automáticamente a un clúster de Amazon EMR.

Para conectarse a su clúster mediante la interfaz de usuario de Studio Classic, puede iniciar una 
conexión desde la lista de clústeres a los que se accede o desde una libreta de SageMaker Studio 
Classic. Descubra los clústeres de Amazon EMR de Studio Classic SageMaker

Para conectarse a un clúster concreto de su lista de clústeres

1. Elija el nombre del clúster en la lista. Esto activa el botón Adjuntar a una nueva libreta.

2. Seleccione Attach to new notebook )Asociar a un nuevo cuaderno). Esto abre el cuadro de 
selección de imágenes y kernels.

3. Selecciona la imagen y el kernel y, a continuación, elija Señlect (Seleccionar). Para obtener una 
lista de imágenes compatibles, consulte Imágenes y núcleos compatibles para conectarse a un 
clúster de Amazon EMR desde Studio Classic SageMaker  o Traiga su propia imagen.

4. Si el clúster que selecciona no utiliza la autenticación de roles Kerberos, LDAP o en tiempo de 
ejecución, Studio Classic le pedirá que seleccione el tipo de credencial. Elija entre Http basic 
authentication (Autenticación básica HTTP) o No credentials (Sin credenciales) e introduzca sus 
credenciales, si corresponde. Un comando de conexión rellena la primera celda del portátil e 
inicia la conexión con el clúster de Amazon EMR.

Cuando la conexión se realice correctamente, un mensaje confirmará la conexión y el inicio de la 
aplicación Spark.

Como alternativa, puede conectarse a un clúster desde un ordenador portátil.

1. Seleccione Cluster (Clúster) en la parte superior del cuaderno.

Cluster (Clúster) solo está visible cuando se utiliza un kernel desde Imágenes y núcleos 
compatibles para conectarse a un clúster de Amazon EMR desde Studio Classic SageMaker  o 
desde Traiga su propia imagen. Si no puede ver el clúster en la parte superior del bloc de notas, 
asegúrese de que el administrador haya configurado la capacidad de detección de los clústeres 
y cambie a un núcleo compatible.
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Esto abre una lista de clústeres disponibles.

2. Seleccione el clúster al que desea conectarse y, a continuación, elija Connect (Conectar).

3. Si ha configurado sus clústeres de Amazon EMR para que admitan funciones de IAM en tiempo 
de ejecución y el administrador ha precargado las funciones en un JSON de configuración 
de funciones de ejecución, puede seleccionar su función de acceso a Amazon EMR en el 
menú desplegable de Amazon EMR execution role (Rol de ejecuión de Amazon EMR). Si 
sus funciones no están precargadas, Studio Classic usa su función de ejecución de Studio 
Classic de forma predeterminada. Para obtener información sobre el uso de roles de tiempo de 
ejecución con Amazon EMR, consulte Conéctese a un clúster de Amazon EMR desde Studio 
Classic mediante funciones de IAM en tiempo de ejecución. Cuando te conectas a un clúster, 
Studio Classic añade un bloque de código a una celda activa para establecer la conexión.

De lo contrario, si el clúster que elija no utiliza la autenticación de roles Kerberos, LDAP o en 
tiempo de ejecución, Studio Classic le pedirá que seleccione el tipo de credencial. Puede elegir 
entre HTTP basic authentication (Autenticación básica HTTP) o No credential (Sin credenciales).

4. Se llena y se ejecuta una celda activa. Esta celda contiene el comando de conexión para 
conectarse a su clúster de Amazon EMR.

Cuando la conexión se realice correctamente, aparecerá un mensaje confirmando la conexión y 
el inicio de la aplicación Spark.

Introduzca manualmente el comando de conexión a un clúster de Amazon EMR

Puede conectarse manualmente a su clúster de Amazon EMR desde una libreta Studio Classic, 
independientemente de que la aplicación y el clúster de Studio Classic residan en la misma AWS 
cuenta o no.

Para cada uno de los siguientes tipos de autenticación, usa el comando especificado para conectarte 
manualmente al clúster desde tu bloc de notas Studio Classic.

• Kerberos
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Añada el argumento --assumable-role-arn si necesita acceso entre cuentas a Amazon EMR. 
Añada el argumento --verify-certificate si se conecta a su clúster mediante HTTPS.

%load_ext sagemaker_studio_analytics_extension.magics
%sm_analytics emr connect --cluster-id cluster_id \
--auth-type Kerberos --language python  
[--assumable-role-arn EMR_access_role_ARN ]  
[--verify-certificate /home/user/certificateKey.pem]

• LDAP

Añada el argumento --assumable-role-arn si necesita acceso entre cuentas a Amazon EMR. 
Añada el argumento --verify-certificate si se conecta a su clúster mediante HTTPS.

%load_ext sagemaker_studio_analytics_extension.magics
%sm_analytics emr connect --cluster-id cluster_id \
--auth-type Basic_Access --language python  
[--assumable-role-arn EMR_access_role_ARN ]
[--verify-certificate /home/user/certificateKey.pem]

• NoAuth

Añada el argumento --assumable-role-arn si necesita acceso entre cuentas a Amazon EMR. 
Añada el argumento --verify-certificate si se conecta a su clúster mediante HTTPS.

%load_ext sagemaker_studio_analytics_extension.magics
%sm_analytics emr connect --cluster-id cluster_id \
--auth-type None --language python
[--assumable-role-arn EMR_access_role_ARN ]
[--verify-certificate /home/user/certificateKey.pem]

• Roles de IAM en tiempo de ejecución

Añada el argumento --assumable-role-arn si necesita acceso entre cuentas a Amazon EMR. 
Añada el argumento --verify-certificate si se conecta a su clúster mediante HTTPS.

Para obtener más información acerca de la conexión a un clúster de Amazon EMR utilizando las 
funciones de IAM en tiempo de ejecución, consulte Conéctese a un clúster de Amazon EMR desde 
Studio Classic mediante funciones de IAM en tiempo de ejecución.

%load_ext sagemaker_studio_analytics_extension.magics
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%sm_analytics emr connect --cluster-id cluster_id \
--auth-type Basic_Access \
--emr-execution-role-arn arn:aws:iam::studio_account_id:role/emr-execution-role-name
[--assumable-role-arn EMR_access_role_ARN]
[--verify-certificate /home/user/certificateKey.pem]

Conectar a un clúster de Amazon EMR a través de HTTPS

Si ha configurado su clúster de Amazon EMR con el cifrado de tránsito habilitado y el servidor 
Apache Livy para HTTPS y desea que Studio Classic se comunique con Amazon EMR mediante 
HTTPS, debe configurar Studio Classic para acceder a su clave de certificado.

En el caso de los certificados autofirmados o firmados por una autoridad de certificación (CA) local, 
puede hacerlo en dos pasos:

1. Descargue el archivo PEM del certificado en el sistema de archivos local con una de las siguientes 
opciones:

• Función de carga de archivos integrada en Jupyter.

• Una celda de cuaderno.

• Un script de configuración del ciclo de vida (LCC).

Para obtener información sobre cómo utilizar un script de LCC, consulte Personalización de una 
instancia de cuaderno mediante un script de configuración del ciclo de vida

2. Habilite la validación del certificado proporcionando la ruta al certificado en el argumento --
verify-certificate del comando de conexión.

%sm_analytics emr connect --cluster-id cluster_id \ 
    --verify-certificate /home/user/certificateKey.pem ... 

Para los certificados públicos emitidos por una CA, defina la validación del certificado configurando el 
parámetro --verify-certificate como true.

Como alternativa, puede deshabilitar la validación del certificado configurando el parámetro --
verify-certificate como false.

Puede encontrar la lista de comandos de conexión disponibles a un clúster de Amazon EMR en
Introduzca manualmente el comando de conexión a un clúster de Amazon EMR.
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Conéctese a un clúster de Amazon EMR desde Studio Classic mediante funciones de IAM en tiempo 
de ejecución

Cuando se conecta a un clúster de Amazon EMR desde su bloc de notas Amazon SageMaker Studio 
Classic, puede consultar visualmente una lista de funciones de IAM, conocidas como funciones 
de tiempo de ejecución, y seleccionar una sobre la marcha. Posteriormente, todos los trabajos de 
Apache Spark, Apache Hive o Presto creados desde su portátil Studio Classic acceden únicamente 
a los datos y recursos permitidos por las políticas asociadas a la función de tiempo de ejecución. 
Además, cuando se accede a los datos desde lagos de datos gestionados con ellosAWS Lake 
Formation, puede imponer el acceso a nivel de tabla y columna mediante políticas asociadas a la 
función de tiempo de ejecución.

Con esta función, tus compañeros de equipo y tú podéis conectaros al mismo clúster, cada uno 
de ellos con un rol de tiempo de ejecución limitado con permisos que se ajusten a vuestro nivel 
individual de acceso a los datos. Sus sesiones también están aisladas unas de otras en el clúster 
compartido. Con esta capacidad de controlar el acceso detallado a los datos en el mismo clúster 
compartido, puede simplificar el aprovisionamiento de los clústeres de Amazon EMR, lo que reduce 
los gastos operativos y ahorra costes.

Para probar esta nueva función, consulte Aplicar controles de acceso a datos detallados con AWS 
Lake Formation Amazon EMR de Amazon Studio Classic. SageMaker Esta entrada de blog le ayuda 
a configurar un entorno de demostración en el que puede intentar utilizar funciones de tiempo de 
ejecución preconfiguradas para conectarse a los clústeres de Amazon EMR.

Requisitos previos

Antes de empezar, asegúrese de cumplir los siguientes requisitos previos:

• Utilice Amazon EMR versión 6.9 o superior.

• Utilice JupyterLab la versión 3 en la configuración de la aplicación del servidor Jupyter de Studio 
Classic. Esta versión admite la conexión de Studio Classic a los clústeres de Amazon EMR 
mediante roles de tiempo de ejecución.

• Permita el uso de roles de tiempo de ejecución en la configuración de seguridad del clúster. Para 
obtener más información, consulte los pasos de Runtime Roles for Amazon EMR.

• Cree un bloc de notas con cualquiera de los núcleos que se enumeran en. Utilice los clústeres de 
Amazon EMR de las libretas Studio Classic

• Asegúrese de revisar las instrucciones Configure Studio Classic para usar roles de IAM en tiempo 
de ejecución para configurar los roles de tiempo de ejecución con Studio Classic.
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Escenarios de conexión entre cuentas

La autenticación de roles en tiempo de ejecución admite una variedad de escenarios de conexión 
entre cuentas cuando los datos se encuentran fuera de su cuenta de Studio Classic. La siguiente 
imagen muestra tres formas diferentes de asignar su clúster de Amazon EMR, sus datos e incluso la 
función de ejecución de Amazon EMR entre sus cuentas de Studio Classic y de datos:

En la opción 1, el clúster de Amazon EMR y la función de ejecución de Amazon EMR se encuentran 
en una cuenta de datos independiente de la cuenta de Studio Classic. Defina una política 
de permisos de la función de acceso a Amazon EMR independiente que conceda permiso a 
su función de ejecución de Studio Classic para que asuma la función de acceso a Amazon 
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EMR. A continuación, la función de acceso a Amazon EMR llama a la API de Amazon EMR
GetClusterSessionCredentials en nombre de su función de ejecución de Studio Classic, lo 
que le da acceso al clúster.

En la opción 2, el clúster de Amazon EMR y la función de ejecución de Amazon EMR se encuentran 
en su cuenta de Studio Classic. Su función de ejecución de Studio Classic tiene permiso para usar la 
API de Amazon EMR GetClusterSessionCredentials para acceder a su clúster. Para acceder 
al bucket de Amazon S3, otorgue a la función de ejecución de Amazon EMR permisos de acceso 
multicuenta al bucket de Amazon S3; usted concede estos permisos dentro de su política de bucket 
de Amazon S3.

En la opción 3, los clústeres de Amazon EMR están en su cuenta de Studio Classic y la función de 
ejecución de Amazon EMR está en la cuenta de datos. Su función de ejecución de Studio Classic 
tiene permiso para usar la API de Amazon EMR GetClusterSessionCredentials para acceder 
a su clúster. Añada la función de ejecución de Amazon EMR al JSON de configuración de la función 
de ejecución. A continuación, puede seleccionar el rol en la interfaz de usuario al elegir su clúster. 
Para obtener más información sobre cómo configurar el archivo JSON de configuración de la función 
de ejecución, consulteCarga previamente tus funciones de ejecución en Studio Classic.

Configure Studio Classic para usar roles de IAM en tiempo de ejecución

Para establecer la autenticación de roles en tiempo de ejecución para sus clústeres de Amazon 
EMR, configure las políticas de IAM necesarias y las mejoras de red y usabilidad. Su configuración 
depende de si gestiona acuerdos entre cuentas si sus clústeres de Amazon EMR, la función de 
ejecución de Amazon EMR o ambas residen fuera de su cuenta de Amazon SageMaker Studio 
Classic. En el siguiente análisis, se explican las políticas que se deben instalar, cómo configurar la 
red para permitir el tráfico entre cuentas y el archivo de configuración local que se debe configurar 
para automatizar la conexión a Amazon EMR.

Configure la autenticación de roles en tiempo de ejecución cuando su clúster de Amazon EMR y 
Studio Classic estén en la misma cuenta

Si su clúster de Amazon EMR reside en su cuenta de Studio Classic, añada la política básica para 
conectarse a su clúster de Amazon EMR y establezca los permisos para llamar a la API de Amazon 
EMRGetClusterSessionCredentials, que le da acceso al clúster. Complete los siguientes 
pasos para añadir los permisos necesarios a su política de ejecución de Studio Classic:

1. Añada la política de IAM necesaria para conectarse a los clústeres de Amazon EMR. Para obtener 
más detalles, consulte Descubra los clústeres de Amazon EMR de Studio Classic SageMaker.

Preparar los datos con Amazon EMR 2501



Amazon SageMaker Guía para desarrolladores

2. Conceda permiso para llamar a la API de Amazon EMR GetClusterSessionCredentials
cuando supere una o más funciones de ejecución de Amazon EMR permitidas especificadas en la 
política.

3. (Opcional) Conceda permiso para transferir funciones de IAM que sigan cualquier convención de 
nomenclatura definida por el usuario.

4. (Opcional) Conceda permiso para acceder a los clústeres de Amazon EMR etiquetados con 
cadenas específicas definidas por el usuario.

5. Si no quiere llamar manualmente al comando de conexión de Amazon EMR, instale un archivo de 
SageMaker configuración en su Amazon EFS local y seleccione el rol que utilizará al seleccionar 
su clúster de Amazon EMR. Para obtener más información sobre cómo precargar sus funciones 
de IAM, consulte. Carga previamente tus funciones de ejecución en Studio Classic

El siguiente ejemplo de política permite llamar a las funciones de ejecución de Amazon EMR que 
pertenecen a los grupos de modelado y entrenamiento. GetClusterSessionCredentials
Además, el titular de la póliza puede acceder a los clústeres de Amazon EMR etiquetados con las
modeling cadenas o. training

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": "elasticmapreduce:GetClusterSessionCredentials", 
            "Resource": "*", 
            "Condition": { 
                "StringLike": { 
                    "elasticmapreduce:ExecutionRoleArn": [ 
                        "arn:aws:iam::123456780910:role/emr-execution-role-ml-
modeling*", 
                        "arn:aws:iam::123456780910:role/emr-execution-role-ml-
training*" 
                    ], 
                    "elasticmapreduce:ResourceTag/group": [ 
                        "*modeling*", 
                        "*training*" 
                    ] 
                } 
            } 
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        } 
    ]
}

Configure la autenticación de roles en tiempo de ejecución cuando su clúster y Studio Classic estén 
en cuentas diferentes

Si su clúster de Amazon EMR no está en su cuenta de Studio Classic, permita que su función de 
ejecución de Studio Classic asuma la función de acceso multicuenta a Amazon EMR para que pueda 
conectarse al clúster. Complete los siguientes pasos para configurar la configuración multicuenta:

1. Cree la política de permisos de la función de ejecución de Studio Classic para que la función de 
ejecución pueda asumir la función de acceso a Amazon EMR. La siguiente política es un ejemplo:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowAssumeCrossAccountEMRAccessRole", 
            "Effect": "Allow", 
            "Action": "sts:AssumeRole", 
            "Resource": "arn:aws:iam::emr_account_id:role/emr-access-role-name" 
        } 
    ]
}

2. Cree la política de confianza para especificar qué ID de cuenta de Studio Classic son de confianza 
para asumir la función de acceso a Amazon EMR. La siguiente política es un ejemplo:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AllowCrossAccountSageMakerExecutionRoleToAssumeThisRole", 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::studio_account_id:role/studio_execution_role" 
      }, 
      "Action": "sts:AssumeRole" 
    }
}
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3. Cree la política de permisos de la función de acceso de Amazon EMR, que conceda a la 
función de ejecución de Amazon EMR los permisos necesarios para llevar a cabo las tareas 
previstas en el clúster. Configure la función de acceso a Amazon EMR para llamar a la API
GetClusterSessionCredentials con las funciones de ejecución de Amazon EMR 
especificadas en la política de permisos de la función de acceso. La siguiente política es un 
ejemplo:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowCallingEmrGetClusterSessionCredentialsAPI", 
            "Effect": "Allow", 
            "Action": "elasticmapreduce:GetClusterSessionCredentials", 
            "Resource": "", 
            "Condition": { 
                "StringLike": { 
                    "elasticmapreduce:ExecutionRoleArn": [ 
                        "arn:aws:iam::emr_account_id:role/emr-execution-role-name" 
                    ] 
                } 
            } 
        } 
    ]
}

4. Configura la red multicuenta para que el tráfico pueda ir y venir entre tus cuentas. Para obtener 
instrucciones guiadas, consulte Configurar la red en la entrada del blog Crear y administrar 
clústeres de Amazon EMR desde SageMaker Studio Classic para ejecutar cargas de trabajo 
interactivas de Spark y ML, parte 2. Los pasos de la entrada del blog le ayudarán a realizar las 
siguientes tareas:

a. Compare mediante VPC su cuenta de Studio Classic y su cuenta de Amazon EMR para 
establecer una conexión.

b. Agregue rutas manualmente a las tablas de rutas de subredes privadas de ambas cuentas. 
Esto permite crear y conectar clústeres de Amazon EMR desde la cuenta Studio Classic a la 
subred privada de la cuenta remota.

c. Configura el grupo de seguridad adjunto a tu dominio de Studio Classic para permitir el tráfico 
saliente y el grupo de seguridad del nodo principal de Amazon EMR para permitir el tráfico TCP 
entrante desde el grupo de seguridad de instancias de Studio Classic.

Preparar los datos con Amazon EMR 2504

https://aws.amazon.com/blogs/machine-learning/part-2-create-and-manage-amazon-emr-clusters-from-sagemaker-studio-to-run-interactive-spark-and-ml-workloads/
https://aws.amazon.com/blogs/machine-learning/part-2-create-and-manage-amazon-emr-clusters-from-sagemaker-studio-to-run-interactive-spark-and-ml-workloads/
https://aws.amazon.com/blogs/machine-learning/part-2-create-and-manage-amazon-emr-clusters-from-sagemaker-studio-to-run-interactive-spark-and-ml-workloads/


Amazon SageMaker Guía para desarrolladores

5. Si no quiere llamar manualmente al comando de conexión de Amazon EMR, instale un archivo 
de SageMaker configuración en su Amazon EFS local para poder seleccionar el rol que utilizará 
al elegir su clúster de Amazon EMR. Para obtener más información sobre cómo precargar sus 
funciones de IAM, consulte. Carga previamente tus funciones de ejecución en Studio Classic

Configurar el acceso a Lake Formation

Al acceder a los datos de los lagos de datos gestionados porAWS Lake Formation, puede imponer el 
acceso a nivel de tabla y columna mediante políticas asociadas a su función de tiempo de ejecución. 
Para configurar el permiso de acceso a Lake Formation, consulte Integrar Amazon EMR con. AWS 
Lake Formation

Carga previamente tus funciones de ejecución en Studio Classic

Si no quiere llamar manualmente al comando de conexión de Amazon EMR, puede instalar un 
archivo de SageMaker configuración en su Amazon EFS local para poder seleccionar la función de 
ejecución que se utilizará al elegir su clúster de Amazon EMR.

Para escribir un archivo de configuración para las funciones de ejecución de Amazon EMR, asocie 
un Utilice las configuraciones del ciclo de vida con Amazon SageMaker Studio Classic (LCC) 
a la aplicación del servidor Jupyter. Como alternativa, puede escribir o actualizar el archivo de 
configuración y reiniciar el servidor Jupyter con el comando:. restart-jupyter-server

El siguiente fragmento es un ejemplo de script bash de LCC que puede aplicar si la aplicación y el 
clúster de Studio Classic están en la misma cuenta:

#!/bin/bash

set -eux

FILE_DIRECTORY="/home/sagemaker-user/.sagemaker-analytics-configuration-DO_NOT_DELETE"
FILE_NAME="emr-configurations-DO_NOT_DELETE.json"
FILE="$FILE_DIRECTORY/$FILE_NAME"

mkdir -p $FILE_DIRECTORY

cat << 'EOF' > "$FILE"
{ 
    "emr-execution-role-arns": 
    { 
      "123456789012": [ 
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          "arn:aws:iam::123456789012:role/emr-execution-role-1", 
          "arn:aws:iam::123456789012:role/emr-execution-role-2" 
      ] 
    }
}
EOF

Si la aplicación Studio Classic y los clústeres están en cuentas diferentes, especifique las 
funciones de acceso de Amazon EMR que pueden usar el clúster. En el siguiente ejemplo de 
política, 123456789012 es el ARN de la cuenta de clúster de Amazon EMR y 212121212121 y
434343434343 son los ARN de las funciones de acceso a Amazon EMR permitidas.

#!/bin/bash

set -eux

FILE_DIRECTORY="/home/sagemaker-user/.sagemaker-analytics-configuration-DO_NOT_DELETE"
FILE_NAME="emr-configurations-DO_NOT_DELETE.json"
FILE="$FILE_DIRECTORY/$FILE_NAME"

mkdir -p $FILE_DIRECTORY

cat << 'EOF' > "$FILE"
{ 
    "emr-execution-role-arns": 
    { 
      "123456789012": [ 
          "arn:aws:iam::212121212121:role/emr-execution-role-1", 
          "arn:aws:iam::434343434343:role/emr-execution-role-2" 
      ] 
    }
}
EOF

# add your cross-account EMR access role
FILE_DIRECTORY="/home/sagemaker-user/.cross-account-configuration-DO_NOT_DELETE"
FILE_NAME="emr-discovery-iam-role-arns-DO_NOT_DELETE.json"
FILE="$FILE_DIRECTORY/$FILE_NAME"

mkdir -p $FILE_DIRECTORY

cat << 'EOF' > "$FILE"
{ 
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    "123456789012": "arn:aws:iam::123456789012:role/cross-account-emr-access-role"
}
EOF

Finalizar un clúster de Amazon EMR de Studio Classic

El siguiente procedimiento muestra cómo terminar un clúster de Amazon EMR desde un portátil 
Studio Classic.

Para terminar un clúster en un estado Running, diríjase a la lista de clústeres de Amazon EMR 
disponibles.

1. En SageMaker Studio Classic, seleccione el icono Inicio

( ) 
en el panel izquierdo de la interfaz de usuario de Studio Classic y, a continuación, seleccione el 
nodo Datos en el menú de navegación.

2. Diríjase hacia abajo hasta el nodo Clusters (Clústeres). Se abrirá una página con una lista de los 
clústeres de Amazon EMR a los que puede acceder desde SageMaker Studio Classic.

3. Seleccione el nombre del clúster que desea terminar y, a continuación, seleccione Finalizar.

4. Se abrirá una ventana de confirmación en la que se le informará de que cualquier trabajo o dato 
pendiente del clúster se perderá permanentemente tras la finalización. Confirme pulsando de 
nuevo Terminate (Terminar).

Acceda a la interfaz de usuario de Spark desde Studio Classic

En las siguientes secciones, se proporcionan instrucciones para acceder a la interfaz de usuario 
de Spark desde las libretas SageMaker Studio Classic. La interfaz de usuario de Spark te permite 
monitorizar y depurar los trabajos de Spark enviados para ejecutarlos en Amazon EMR desde las 
libretas Studio Classic. Los túneles SSH y las URL prefirmadas son dos formas de acceder a la 
interfaz de usuario de Spark.

Configurar los túneles SSH para acceder a la interfaz de usuario de Spark

Para configurar los túneles SSH para acceder a la interfaz de usuario de Spark, sigauna de las dos 
opciones de esta sección.

Opciones para configurar los túneles SSH:

• Opción 1: configurar un túnel SSH al nodo maestro utilizando el enrutamiento de puertos local
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• Opción 2, parte 1: configurar un túnel SSH al nodo maestro utilizando el enrutamiento de puertos 
dinámico

Opción 2, parte 2: configurar ajustes de proxy para ver sitios web alojados en el nodo maestro

Para obtener más información sobre la visualización de interfaces web alojadas en clústeres de 
Amazon EMR, consulte Ver las interfaces web alojadas en clústeres de Amazon EMR. También 
puedes visitar la consola de Amazon EMR para acceder a la interfaz de usuario de Spark.

Note

Puede configurar un túnel SSH incluso si las URL prefirmadas no están disponibles.

URL prefirmadas

Para crear direcciones URL con un solo clic que puedan acceder a la interfaz de usuario de Spark en 
Amazon EMR desde las libretas SageMaker Studio Classic, debes habilitar los siguientes permisos 
de IAM. Elija la opción que más le convenga:

• Para los clústeres de Amazon EMR que estén en la misma cuenta que el bloc de notas de 
SageMaker Studio Classic: añada los siguientes permisos a la función de ejecución de IAM de 
SageMaker Studio Classic.

• Para los clústeres de Amazon EMR que se encuentran en una cuenta diferente (no en el bloc de 
notas SageMaker Studio Classic): añada los siguientes permisos al rol multicuenta para el que 
creó. Descubra los clústeres de Amazon EMR de Studio Classic SageMaker

Note

Puede acceder a las URL prefirmadas desde la consola en las siguientes regiones:

• Región del Este de EE. UU (Norte de Virginia)

• Región del Oeste de EE. UU (Norte de California)

• Región de Canadá (centro)

• Región Europa (Fráncfort)

• Región Europa (Estocolmo)

• Región de Europa (Irlanda)
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• Región de Europa (Londres)

• Región Europa (París)

• Región de Asia-Pacífico (Tokio)

• Región de Asia-Pacífico (Seúl)

• Asia Pacific (Sydney) Region

• Región de Asia-Pacífico (Bombay)

• Región de Asia-Pacífico (Singapur)

• América del Sur (São Paulo)

La siguiente política proporciona acceso a las URL prefirmadas para su rol de ejecución.

{ 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:region:account-id:cluster/*" 
            ]
}

Tutoriales y documentos técnicos

Los siguientes blogs utilizan un estudio de caso sobre la predicción de sentimientos para una 
reseña de una película a fin de ilustrar el proceso de ejecución de un flujo de trabajo completo de 
aprendizaje automático. Esto incluye la preparación de datos, la supervisión de los trabajos de Spark 
y la formación e implementación de un modelo de aprendizaje automático para obtener predicciones 
directamente desde tu bloc de notas Studio Classic.

• Cree y gestione clústeres de Amazon EMR desde SageMaker Studio Classic para ejecutar cargas 
de trabajo interactivas de Spark y ML.
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• Para extender el caso de uso a una configuración multicuenta en la que SageMaker Studio Classic 
y su clúster de Amazon EMR se implementan en cuentas independientes, AWS consulte Crear y 
administrar clústeres de Amazon EMR SageMaker desde Studio Classic para ejecutar cargas de 
trabajo interactivas de Spark y ML, parte 2.

Véase también:

• Un tutorial de la configuración de Acceso a Apache Livy mediante un Equilibrador de carga de red 
en un clúster Amazon EMR habilitado para Kerberos.

• AWSdocumentos técnicos sobre las prácticas recomendadas de Studio Classic. SageMaker

Configuración adicional para casos de uso entre cuentas (para administradores)

Para permitir la detección de clústeres en todas las cuentas, los administradores deben proporcionar 
el ARN de una función de IAM multicuenta a la función de ejecución de Studio Classic. SageMaker 
SageMaker La función de ejecución de Studio Classic asume esa función remota para detectar y 
conectarse a los clústeres de Amazon EMR en la cuenta de confianza. El servidor Jupyter de Studio 
Classic carga el ARN de esta función en el momento del lanzamiento.

Puede especificar esta información de dos maneras.

• Escriba esta función remota en un archivo con el nombre emr-discovery-iam-role-arns-
DO_NOT_DELETE.json colocado en el directorio .cross-account-configuration-
DO_NOT_DELETE de su directorio principal ubicado en el volumen de almacenamiento de Amazon 
EFS utilizado por SageMaker Studio Classic.

• Como alternativa, puede automatizar este proceso mediante scripts de configuración del ciclo de 
vida (LCC). Puede asociar la LCC a su dominio o a un perfil de usuario específico. El script de LCC 
que utilice debe ser una JupyterServer configuración. Para obtener más información sobre cómo 
crear un script de LCC, consulte Usar configuraciones de ciclo de vida con Studio Classic.

A continuación se muestra un ejemplo de script. Para modificar el script, sustituya ASSUMABLE-ROLE
y emr-account por el nombre de su rol y su ID de cuenta remota, respectivamente. El número de 
cuentas cruzadas está limitado a cinco.

# This script creates the file that informs SageMaker Studio Classic that the role 
 "arn:aws:iam::emr-account:role/ASSUMABLE-ROLE" in remote account "emr-account" must be 
 assumed to list and describe Amazon EMR clusters in the remote account.
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#!/bin/bash

set -eux

FILE_DIRECTORY="/home/sagemaker-user/.cross-account-configuration-DO_NOT_DELETE"
FILE_NAME="emr-discovery-iam-role-arns-DO_NOT_DELETE.json"
FILE="$FILE_DIRECTORY/$FILE_NAME"

mkdir -p $FILE_DIRECTORY

cat > "$FILE" <<- "EOF"
{ 
   emr-cross-account1: "arn:aws:iam::emr-cross-account1:role/ASSUMABLE-ROLE", 
   emr-cross-account2: "arn:aws:iam::emr-cross-account2:role/ASSUMABLE-ROLE"
}
EOF

Una vez que se ejecuta la LCC y se escriben los archivos, el servidor lee el archivo /home/
sagemaker-user/.cross-account-configuration-DO_NOT_DELETE/emr-discovery-
iam-role-arns-DO_NOT_DELETE.json y almacena el ARN entre cuentas.

Solución de problemas

Los siguientes son errores comunes que pueden producirse al conectar o utilizar los clústeres de 
Amazon EMR desde las libretas Studio Classic.

Solucionar problemas de conexiones Livy que estén bloqueadas o defectuosas

Los siguientes son problemas de conectividad de Livy que pueden producirse al utilizar los clústeres 
de Amazon EMR de las libretas Studio Classic.

• Se out-of-memory ha producido un error en el clúster de Amazon EMR.

Una posible razón por la que una conexión de Livy se sparkmagic bloquea o falla es si el clúster 
de Amazon EMR ha detectado un out-of-memory error.

De forma predeterminada, el parámetro de configuración de Java del controlador 
Apache Spark, spark.driver.defaultJavaOptions. está establecido en -
XX:OnOutOfMemoryError='kill -9 %p'. Esto significa que la acción predeterminada que 
se toma cuando el programa del controlador encuentra una OutOfMemoryError es terminar el 
programa de controlador enviando una señal SIGKILL. Cuando se cierra el controlador Apache 
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Spark, cualquier conexión de Livy sparkmagic que dependa de ese controlador se bloquea 
o falla. Esto se debe a que el controlador Spark es responsable de administrar los recursos de 
la aplicación Spark, incluida la programación y ejecución de las tareas. Sin el controlador, la 
aplicación Spark no puede funcionar y cualquier intento de interactuar con él fracasa.

Si sospecha que su clúster de Spark tiene problemas de memoria, puede consultar los registros de 
Amazon EMR. Los contenedores bloqueados debido a out-of-memory errores suelen salir con un 
código de. 137 En esos casos, tendrá que reiniciar la aplicación de Spark y establecer una nueva 
conexión con Livy para reanudar la interacción con el clúster de Spark.

Puedes consultar el artículo de la base de conocimientos ¿Cómo resuelvo el error «YARN ha 
eliminado un contenedor por superar los límites de memoria» en Spark en Amazon EMR? aquí 
AWS re:Post encontrarás información sobre las distintas estrategias y parámetros que se pueden 
utilizar para solucionar un out-of-memory problema.

Le recomendamos que consulte las guías de prácticas recomendadas de Amazon EMR para 
conocer las prácticas recomendadas y la orientación de ajuste sobre la ejecución de cargas de 
trabajo de Apache Spark en sus clústeres de Amazon EMR.

• Se agota el tiempo de espera de su sesión de Livy cuando se conecta a un clúster de Amazon 
EMR por primera vez.

Cuando se conecta inicialmente a un clúster de Amazon EMR mediante Apache Livy sagemaker-
studio-analytics-extension, que permite la conexión a un clúster remoto de Spark (Amazon EMR) a 
través de la SparkMagicbiblioteca mediante Apache Livy, es posible que se produzca un error de 
tiempo de espera de conexión:

An error was encountered: Session 0 did not start up in 60 seconds.

Si su clúster de Amazon EMR requiere la inicialización de una aplicación Spark al establecer una 
conexión, existe una mayor probabilidad de que se produzcan errores de tiempo de espera de la 
conexión.

Para reducir las probabilidades de que se agoten los tiempos de espera al conectarse a un 
clúster de Amazon EMR mediante Livy, a través de la extensión de análisis, sagemaker-
studio-analytics-extension versión 0.0.19 y posteriores, anulan el tiempo de espera 
predeterminado de la sesión del servidor a 120 segundos en lugar del valor predeterminado de
sparkmagic de 60 segundos.
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Le recomendamos que actualice la extensión 0.0.18 y, anteriores ejecutando el siguiente 
comando de actualización.

pip install --upgrade sagemaker-studio-analytics-extension

Tenga en cuenta que al proporcionar una configuración de tiempo de espera personalizada 
en sparkmagic, sagemaker-studio-analytics-extension respeta esta anulación. 
Sin embargo, si se establece el tiempo de espera de la sesión en 60 segundos, se activa 
automáticamente el tiempo de espera predeterminado de la sesión del servidor de 120 segundos 
en sagemaker-studio-analytics-extension.

Prepare los datos mediante sesiones interactivas AWS Glue

AWS GlueInteractive Sessions es un entorno de ejecución de Apache Spark bajo demanda y sin 
servidor que los científicos e ingenieros de datos pueden utilizar para crear, probar y ejecutar 
rápidamente aplicaciones de preparación y análisis de datos.

Para iniciar una sesión AWS Glue interactiva, inicie un bloc de notas de SageMaker Studio Classic. 
Al crear su bloc de notas Studio Classic, elija el integrado Glue PySpark o el Glue Spark
kernel. Esto inicia automáticamente una sesión de Spark interactiva y sin servidor. No necesitas 
aprovisionar ni gestionar ningún clúster o infraestructura de cómputo. Tras la inicialización, puedes 
explorarlosAWS Glue Data Catalog, ejecutar consultas complejas y analizar y preparar los datos de 
forma interactiva con Spark en tu bloc de notas Studio Classic. A continuación, puedes usar los datos 
preparados para crear, entrenar, ajustar e implementar modelos con las herramientas de aprendizaje 
automático diseñadas específicamente en Studio Classic. SageMaker

Antes de iniciar la sesión AWS Glue interactiva en SageMaker Studio Classic, debe establecer las 
funciones y políticas adecuadas. Además, es posible que tengas que proporcionar acceso a recursos 
adicionales, como un bucket de almacenamiento de Amazon S3, lo que podría requerir políticas 
adicionales. Para obtener más información sobre las políticas de IAM obligatorias y adicionales, 
consultePermisos para sesiones AWS Glue interactivas en Studio Classic SageMaker.

SageMaker Studio Classic proporciona una configuración predeterminada para la sesión AWS Glue 
interactiva; sin embargo, puede utilizar el catálogo completo AWS Glue de comandos mágicos de 
Jupyter para personalizar aún más su entorno. Para obtener información sobre las magias de Jupyter 
predeterminadas y adicionales que puede utilizar en su AWS Glue sesión interactiva, consulte.
Configura tu sesión AWS Glue interactiva en SageMaker Studio Classic
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Las imágenes y los núcleos compatibles para conectarse a una sesión AWS Glue interactiva son los 
siguientes:

• Imágenes: SparkAnalytics 1.0, 2.0 SparkAnalytics

• Núcleo: Glue Python [PySpark y Ray] y Glue Spark

Requisitos previos:

La SparkAnalytics imagen que seleccione para iniciar la AWS Glue sesión en Studio Classic es 
una combinación de dos marcos: el SparkMagic marco (utilizado con Amazon EMR) y. AWS Glue 
Por este motivo, se aplican los requisitos previos para ambos marcos. Sin embargo, no tiene que 
configurar el clúster de Amazon EMR si solo planea usar AWS Glue Interactive Sessions. Antes de 
iniciar su primera sesión AWS Glue interactiva en Studio Classic, complete lo siguiente:

• Complete los requisitos previos necesarios para usar la SparkMagic imagen. Para obtener una lista 
de los requisitos previos, consulte la sección Requisitos previos de Prepare datos a escala con los 
cuadernos Studio Classic.

• Cree un rol de ejecución con permisos tanto para Studio Classic como para élAWS Glue. 
SageMaker Agregue la política AwsGlueSessionUserRestrictedServiceRole
administrada y cree una política personalizada que incluya los permisos
sts:GetCallerIdentityiam:GetRole, yIAM:Passrole. Para obtener instrucciones sobre 
cómo crear los permisos necesarios, consultePermisos para sesiones AWS Glue interactivas en 
Studio Classic SageMaker.

• Cree un SageMaker dominio con el rol de ejecución que creó. Para obtener instrucciones sobre 
cómo crear un dominio, consulteIncorporación personalizada mediante IAM.

Comience con las sesiones AWS Glue interactivas

En esta guía, aprenderá a iniciar una sesión AWS Glue interactiva en SageMaker Studio Classic y a 
gestionar su entorno con Jupyter magics.

Permisos para sesiones AWS Glue interactivas en Studio Classic SageMaker

En esta sección se enumeran las políticas necesarias para ejecutar sesiones AWS Glue interactivas 
en Studio Classic y se explica cómo configurarlas. En concreto, detalla cómo:

• Adjunte la política AwsGlueSessionUserRestrictedServiceRole gestionada a su función de 
SageMaker ejecución.
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• Cree una política personalizada en línea para su función de SageMaker ejecución.

• Modifique la relación de confianza de su función de SageMaker ejecución.

Para adjuntar la política AwsGlueSessionUserRestrictedServiceRole gestionada a su 
función de ejecución

1. Abra la consola de IAM.

2. Seleccione Funciones en el panel de la izquierda.

3. Encuentre su función de ejecución en Studio Classic. Elija el nombre del rol para acceder a la 
página de resumen del rol.

4. En la pestaña Permisos, selecciona Adjuntar políticas en el menú desplegable Agregar 
permisos.

5. Selecciona la casilla de verificación situada junto a la política gestionada.
AwsGlueSessionUserRestrictedServiceRole

6. Seleccione Asociar políticas.

La página de resumen muestra las políticas gestionadas recién añadidas.

Para crear la política personalizada integrada en su función de ejecución

1. Seleccione Crear política en línea en el menú desplegable Añadir permisos.

2. Seleccione la pestaña JSON.

3. Copia y pega la siguiente política.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "unique_statement_id", 

            "Effect": "Allow", 
            "Action": [ 
  "iam:GetRole", 
                "iam:PassRole", 
                "sts:GetCallerIdentity" 
            ], 
            "Resource": "*" 
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        } 
    ]
}

4. Elija Revisar política.

5. Introduzca un nombre y elija Crear política.

La página de resumen muestra la política personalizada recién agregada.

Para modificar la relación de confianza de su función de ejecución

1. Seleccione la pestaña Relaciones de confianza.

2. Elija Editar política de confianza.

3. Copia y pega la siguiente política.

{
"Version": "2012-10-17",
"Statement": [ 
    { 
        "Effect": "Allow", 
        "Principal": { 
            "Service": [ 
                "glue.amazonaws.com", 
                "sagemaker.amazonaws.com" 
            ] 
        }, 
        "Action": "sts:AssumeRole" 
    }
]
}

4. Elija Actualizar política.

Puede añadir funciones y políticas adicionales si necesita acceder a otros AWS recursos. Para 
obtener una descripción de las funciones y políticas adicionales que puede incluir, consulte las
sesiones interactivas con IAM en la AWS Glue documentación.
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Propagación de etiquetas

Las etiquetas se suelen utilizar para realizar un seguimiento de los costes y asignarlos, controlar 
el acceso a la sesión, aislar los recursos y mucho más. Para obtener más información sobre cómo 
añadir metadatos a sus AWS recursos mediante el etiquetado o para obtener más información sobre 
casos de uso habituales, consulteInformación adicional.

Puede activar la propagación automática de AWS etiquetas en las nuevas sesiones AWS Glue 
interactivas creadas desde la interfaz de usuario de Studio Classic. Cuando se crea una sesión 
AWS Glue interactiva desde SageMaker Studio Classic, todas las etiquetas definidas por el 
usuario adjuntas al perfil de usuario o al espacio compartido se transfieren a la nueva sesión 
AWS Glue interactiva. Además, SageMaker Studio Classic añade automáticamente dos etiquetas 
internas AWS generadas (sagemaker:user-profile-arnysagemaker:domain-arn) o 
(sagemaker:shared-space-arnysagemaker:domain-arn)) a las nuevas sesiones AWS Glue 
interactivas creadas a partir de la interfaz de usuario de Studio Classic. Puede usar estas etiquetas 
para agregar los costos entre dominios, perfiles de usuario o espacios individuales.

Habilite la propagación de etiquetas

Para habilitar la propagación automática de las etiquetas en las nuevas sesiones AWS Glue 
interactivas, defina los siguientes permisos para su rol de SageMaker ejecución y el rol de IAM 
asociado a su AWS Glue sesión:

Note

De forma predeterminada, el rol asociado a la sesión AWS Glue interactiva es el mismo 
que el rol de SageMaker ejecución. Puede especificar un rol de ejecución diferente para 
la sesión AWS Glue interactiva mediante el comando %iam_role mágico. Para obtener 
información sobre los comandos mágicos de Jupyter disponibles para configurar sesiones 
AWS Glue interactivas, consulte. Configura tu sesión AWS Glue interactiva en SageMaker 
Studio Classic

• En su función de SageMaker ejecución: cree una nueva política en línea y pegue el 
siguiente archivo JSON. La política otorga al rol de ejecución permiso para describir 
(DescribeUserProfile,DescribeSpace,DescribeDomain) y enumerar las etiquetas 
(ListTag) configuradas en los perfiles de usuario, los espacios compartidos y el SageMaker 
dominio.
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{ 
    "Effect": "Allow", 
    "Action": [ 
        "sagemaker:ListTags" 
    ], 
    "Resource": [ 
        "arn:aws:sagemaker:*:*:user-profile/*", 
        "arn:aws:sagemaker:*:*:space/*" 
    ]
},
{ 
    "Effect": "Allow", 
    "Action": [ 
        "sagemaker:DescribeUserProfile" 
    ], 
    "Resource": [ 
        "arn:aws:sagemaker:*:*:user-profile/*" 
    ]
},
{ 
    "Effect": "Allow", 
    "Action": [ 
        "sagemaker:DescribeSpace" 
    ], 
    "Resource": [ 
        "arn:aws:sagemaker:*:*:space/*" 
    ]
}
{ 
    "Effect": "Allow", 
    "Action": [ 
        "sagemaker:DescribeDomain" 
    ], 
    "Resource": [ 
        "arn:aws:sagemaker:*:*:domain/*" 
    ]
}

• En la función de IAM de su AWS Glue sesión: cree una nueva política en línea y pegue el siguiente 
archivo JSON. La política otorga a tu rol permiso para adjuntar etiquetas (TagResource) a tu 
sesión o recuperar su lista de etiquetas ()GetTags.
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{ 
    "Effect": "Allow", 
    "Action": [ 
        "glue:TagResource", 
        "glue:GetTags" 
    ], 
    "Resource": [ 
        "arn:aws:glue:*:*:session/*" 
    ]
}

Note

• Los errores que se producen al aplicar esos permisos no impiden la creación de sesiones 
AWS Glue interactivas. Puede encontrar detalles sobre el motivo del error en los
CloudWatchregistros de SageMaker Studio Classic.

• Debe reiniciar el núcleo de la sesión AWS Glue interactiva para propagar la actualización 
del valor de una etiqueta.

Es importante tener en cuenta los siguientes puntos:

• Una vez que se adjunta una etiqueta a una sesión, no se puede eliminar mediante propagación.

Puede eliminar las etiquetas de una sesión AWS Glue interactiva directamente a través de la AWS 
Glue API o el https://console.aws.amazon.com/sagemaker/. AWS CLI Por ejemplo, con elAWS 
CLI, puede eliminar una etiqueta proporcionando el ARN de la sesión y las claves de etiqueta que 
desea eliminar de la siguiente manera:

aws glue untag-resource \
--resource-arn arn:aws:glue:region:account-id:session:session-name \
--tags-to-remove tag-key1,tag-key2

• SageMaker Studio Classic añade dos etiquetas internas AWS generadas (sagemaker:user-
profile-arnysagemaker:domain-arn) o (sagemaker:shared-space-
arnysagemaker:domain-arn)) a las nuevas sesiones AWS Glue interactivas creadas a partir 
de la interfaz de usuario de Studio Classic. Esas etiquetas se tienen en cuenta para el límite de 
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50 etiquetas establecido en todos los AWS recursos. Ambas sagemaker:user-profile-arn
sagemaker:shared-space-arn contienen el ID de dominio al que pertenecen.

• Las claves de etiquetas que comiencen por aws:AWS:, o cualquier combinación de letras 
mayúsculas y minúsculas como prefijo de las claves no se propagan y están reservadas para su 
uso. AWS

Información adicional

Para obtener más información sobre el etiquetado, consulte los siguientes recursos.

• Para obtener información sobre cómo agregar metadatos a sus AWS recursos mediante el 
etiquetado, consulte AWSEtiquetar recursos.

• Para obtener información sobre el seguimiento de los costes mediante etiquetas, consulte el
análisis de costes en las prácticas recomendadas de administración de SageMaker Studio Classic.

• Para obtener información sobre cómo controlar el acceso a en AWS Glue función de las claves de 
las etiquetas, consulte ABAC with AWS Glue.

Inicie su sesión AWS Glue interactiva en SageMaker Studio Classic

Después de crear los roles, las políticas y el SageMaker dominio, puede iniciar su sesión AWS Glue 
interactiva en SageMaker Studio Classic.

Para iniciarla AWS Glue en SageMaker Studio Classic

1. Cree un SageMaker dominio. Para obtener instrucciones sobre cómo crear un dominio nuevo, 
consulteDescripción general SageMaker de Amazon Domain.

2. Inicie sesión en la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

3. Selecciona Panel de control en el panel de la izquierda.

4. En el menú desplegable Iniciar aplicación, situado junto al nombre de usuario, selecciona Studio.

5. En la vista de Jupyter, selecciona Archivo, Nuevo y Bloc de notas.

6. En el menú desplegable Imagen, selecciona SparkAnalytics 1.0 o 2.0. SparkAnalytics En el 
menú desplegable del núcleo, selecciona Glue Spark o Glue Python [PySpark and Ray]. Elija
Seleccionar.

7. (opcional) Usa la magia de Jupyter para personalizar tu entorno. Para obtener más información 
sobre Jupyter magics, consulte. Configura tu sesión AWS Glue interactiva en SageMaker Studio 
Classic
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8. Empieza a escribir tus scripts de procesamiento de datos de Spark.

Configura tu sesión AWS Glue interactiva en SageMaker Studio Classic

Note

Todas las configuraciones mágicas se transfieren a las sesiones posteriores durante la vida 
útil del núcleo. AWS Glue

Puede utilizar Jupyter magics en su sesión AWS Glue interactiva para modificar sus parámetros de 
sesión y configuración. Los Magics son comandos cortos con el prefijo % al principio de las celdas de 
Jupyter que proporcionan una forma rápida y sencilla de ayudarte a controlar tu entorno. En tu sesión 
AWS Glue interactiva, las siguientes magias están configuradas de forma predeterminada para ti:

Magia Valor predeterminado

%glue_version 3.0

%iam_role función de ejecución asociada a tu SageMaker 
dominio

%region tu región

Puedes usar la magia para personalizar aún más tu entorno. Por ejemplo, si desea cambiar 
el número de trabajadores asignados a su trabajo de los cinco predeterminados a 10, puede
%number_of_workers 10 especificarlo. Si desea configurar la sesión para que se detenga tras 
10 minutos de inactividad en lugar de los 2880 predeterminados, puede %idle_timeout 10
especificarlo.

Todas las magias de Jupyter disponibles actualmente también AWS Glue están disponibles en 
Studio Classic. SageMaker Para ver la lista completa de las AWS Glue magias disponibles, consulte
Configuración de sesiones AWS Glue interactivas para las libretas Jupyter y Studio Classic. AWS 
Glue
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AWS GluePrecios de las sesiones interactivas

Cuando utilice las sesiones AWS Glue interactivas en las libretas de SageMaker Studio Classic, se le 
cobrará aparte por el uso de los recursos AWS Glue y en las libretas de Studio Classic.

AWSlos cargos por las sesiones AWS Glue interactivas se basan en el tiempo que la sesión esté 
activa y en el número de unidades de procesamiento de datos (DPU) utilizadas. Se le cobrará una 
tarifa por hora por la cantidad de DPU utilizadas para ejecutar sus cargas de trabajo, que se facturará 
en incrementos de un segundo. AWS Glue Interactive Sessions asigna un valor predeterminado de 
cinco DPU y requiere un mínimo de dos DPU. También hay una duración mínima de facturación de 
un minuto para cada sesión interactiva. Para ver los ejemplos de AWS Glue tarifas y precios, o para 
estimar los costos con la calculadora de AWS precios, consulta AWS Gluelos precios.

Su portátil SageMaker Studio Classic se ejecuta en una instancia Amazon EC2 y se le cobrará por 
el tipo de instancia que elija, en función de la duración del uso. Studio Classic le asigna un tipo de 
instancia EC2 predeterminado ml-t3-medium cuando selecciona la SparkAnalytics imagen 
y el núcleo asociado. Puede cambiar el tipo de instancia de su bloc de notas Studio Classic para 
adaptarlo a su carga de trabajo. Para obtener información sobre los precios de SageMaker Studio 
Classic, consulta los  SageMakerprecios de Amazon.
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Procesamiento de datos

Para analizar los datos y evaluar los modelos de aprendizaje automático en Amazon SageMaker, 
usa Amazon SageMaker Processing. Con Processing, puede utilizar una experiencia simplificada 
y gestionada SageMaker para ejecutar sus cargas de trabajo de procesamiento de datos, como la 
ingeniería de características, la validación de datos, la evaluación de modelos y la interpretación de 
modelos. También puedes usar las API de SageMaker procesamiento de Amazon durante la fase de 
experimentación y después de implementar el código en producción para evaluar el rendimiento.

El diagrama anterior muestra cómo Amazon pone SageMaker en marcha un trabajo de 
procesamiento. Amazon SageMaker coge el script, copia los datos del Amazon Simple Storage 
Service (Amazon S3) y, a continuación, extrae un contenedor de procesamiento. La imagen del 
contenedor de procesamiento puede ser una imagen SageMaker integrada en Amazon o una 
imagen personalizada que tú proporciones. Amazon gestiona completamente la infraestructura 
subyacente de un trabajo de procesamiento SageMaker. Los recursos del clúster se aprovisionan 
durante la duración del trabajo y se limpian cuando se completa un trabajo. El resultado del trabajo 
de procesamiento se almacena en el bucket de Amazon S3 que especifique.

Note

Los datos de entrada tienen que estar almacenados en un bucket de Amazon S3. Como 
alternativa, también puede utilizar Amazon Athena o Amazon Redshift como orígenes de 
entrada.
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Tip

Para obtener información sobre las prácticas recomendadas para la computación distribuida 
de los trabajos de entrenamiento y procesamiento de machine learning (ML) en general, 
consulte Computación distribuida con SageMaker mejores prácticas.

Usa cuadernos SageMaker de muestra de Amazon Processing

Proporcionamos dos cuadernos de Jupyter de ejemplos que muestran cómo realizar el 
preprocesamiento de datos, la evaluación de modelos o ambas tareas.

Para ver un ejemplo de cuaderno que muestra cómo ejecutar scripts de scikit-learn para realizar el 
preprocesamiento de datos y el entrenamiento y la evaluación de modelos con el SDK de SageMaker 
Python para procesamiento, consulte scikit-learn Processing. Este cuaderno también muestra cómo 
usar su propio contenedor personalizado para ejecutar cargas de trabajo de procesamiento con sus 
bibliotecas de Python y otras dependencias específicas.

Para ver un ejemplo de bloc de notas que muestra cómo usar Amazon SageMaker Processing para 
realizar el preprocesamiento de datos distribuidos con Spark, consulta Procesamiento distribuido 
(Spark). Este cuaderno también muestra cómo entrenar un modelo de regresión usando XGBoost en 
el conjunto de datos preprocesado.

Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a ellas con 
las que puede ejecutar estos ejemplos, consulte. SageMaker Instancias de Amazon SageMaker 
Notebook Una vez que haya creado una instancia de bloc de notas y la haya abierto, seleccione la 
pestaña SageMaker Ejemplos para ver una lista de todas las SageMaker muestras. Para abrir un 
bloc de notas, elija su pestaña Usar y elija Crear copia.

Supervisa los trabajos SageMaker de procesamiento de Amazon 
con CloudWatch registros y métricas

Amazon SageMaker Processing proporciona CloudWatch registros y métricas de Amazon para 
supervisar los trabajos de procesamiento. CloudWatch proporciona métricas de CPU, GPU, 
memoria, memoria de GPU y disco, y registro de eventos. Para obtener más información, consulte
Supervisa Amazon SageMaker con Amazon CloudWatch y Registra SageMaker los eventos de 
Amazon con Amazon CloudWatch.
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Procesamiento de datos con Apache Spark

Apache Spark es un motor de análisis unificado para el procesamiento de datos a gran escala. 
Amazon SageMaker proporciona imágenes de Docker prediseñadas que incluyen Apache Spark y 
otras dependencias necesarias para ejecutar trabajos de procesamiento de datos distribuidos. Con 
el Amazon SageMaker Python SDK, puede aplicar fácilmente transformaciones de datos y extraer 
características (ingeniería de características) mediante el marco Spark. Para obtener información 
sobre el uso de Amazon SageMaker Python SDK para ejecutar trabajos de procesamiento de Spark, 
consulte Procesamiento de datos con Spark en el Amazon SageMaker Python SDK.

En GitHub hay disponible un repositorio de código que contiene el código fuente y los Dockerfiles de 
las imágenes de Spark.

Ejecución de un trabajo de procesamiento de Spark

Puede usar la clase sagemaker.spark.PySparkProcessor o
sagemaker.spark.SparkJarProcessor para ejecutar su aplicación Spark dentro de un trabajo 
de procesamiento. Tenga en cuenta que puede establecer MaxRuntimeInSeconds en un límite 
máximo de tiempo de ejecución de 5 días. Con respecto al tiempo de ejecución y al número de 
instancias utilizadas, las cargas de trabajo de simple spark muestran una relación casi lineal entre el 
número de instancias y el tiempo de finalización.

El siguiente ejemplo de código muestra cómo ejecutar un trabajo de procesamiento que invoca su 
guión de PySpark preprocess.py.

from sagemaker.spark.processing import PySparkProcessor

spark_processor = PySparkProcessor( 
    base_job_name="spark-preprocessor", 
    framework_version="2.4", 
    role=role, 
    instance_count=2, 
    instance_type="ml.m5.xlarge", 
    max_runtime_in_seconds=1200,
)

spark_processor.run( 
    submit_app="preprocess.py", 
    arguments=['s3_input_bucket', bucket, 
               's3_input_key_prefix', input_prefix, 

Procesamiento de datos con Apache Spark 2525

https://github.com/aws/sagemaker-python-sdk#installing-the-sagemaker-python-sdk
https://sagemaker.readthedocs.io/en/stable/amazon_sagemaker_processing.html#data-processing-with-spark
https://sagemaker.readthedocs.io/en/stable/
https://github.com/aws/sagemaker-spark-container
https://sagemaker.readthedocs.io/en/stable/api/training/processing.html#sagemaker.spark.processing.PySparkProcessor
https://sagemaker.readthedocs.io/en/stable/api/training/processing.html#sagemaker.spark.processing.SparkJarProcessor


Amazon SageMaker Guía para desarrolladores

               's3_output_bucket', bucket, 
               's3_output_key_prefix', output_prefix]
)

Para obtener más información, consulte el cuaderno de ejemplos de procesamiento de datos 
distribuido con Apache Spark y SageMaker Processing.

Si no utiliza el Amazon SageMaker Python SDK y una de sus clases de procesadores para 
recuperar las imágenes prediseñadas, puede recuperarlas usted mismo. Las imágenes de Docker 
prediseñadas de SageMaker se almacenan en Amazon Elastic Container Registry (Amazon ECR). 
Para ver una lista completa de las imágenes de Docker prediseñadas disponibles, consulte el 
documento de imágenes disponibles.

Para obtener más información sobre el uso de SageMaker Python SDK con contenedores de 
procesamiento, consulte Amazon SageMaker Python SDK.

Procesamiento de características con scikit-learn
Para ver un cuaderno de muestras con ejemplos de cómo ejecutar scripts scikit-learn utilizando 
una imagen de Docker que proporciona y mantiene SageMaker para preprocesar datos y evaluar 
modelos, consulte Procesamiento de scikit-learn. Para usar este cuaderno, debe instalar el SDK de 
SageMaker Python para procesamiento.

Este cuaderno ejecuta un trabajo de procesamiento utilizando la clase SKLearnProcessor del SDK 
de SageMaker Python para ejecutar un guión scikit-learn que proporcione usted. El guión preprocesa 
los datos, entrena un modelo mediante un trabajo de entrenamiento de SageMaker y, a continuación, 
ejecuta un trabajo de procesamiento para evaluar el modelo formado. El trabajo de procesamiento 
calcula cómo se espera que será el rendimiento del modelo en producción.

Para obtener más información sobre el uso del SDK de SageMaker Python con contenedores de 
procesamiento, consulte el SDK de SageMaker Python. Para obtener una lista completa de las 
imágenes de Docker prediseñadas disponibles para los trabajos de procesamiento, consulte las rutas 
de registro de Docker y el código de ejemplo.

El siguiente ejemplo de código muestra cómo el bloc de notas utiliza SKLearnProcessor para 
ejecutar su propio guión scikit-learn utilizando una imagen de Docker que proporciona y mantiene 
SageMaker, en lugar de su propia imagen de Docker.

from sagemaker.sklearn.processing import SKLearnProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
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sklearn_processor = SKLearnProcessor(framework_version='0.20.0', 
                                     role=role, 
                                     instance_type='ml.m5.xlarge', 
                                     instance_count=1)

sklearn_processor.run(code='preprocessing.py', 
                      inputs=[ProcessingInput( 
                        source='s3://path/to/my/input-data.csv', 
                        destination='/opt/ml/processing/input')], 
                      outputs=[ProcessingOutput(source='/opt/ml/processing/output/
train'), 
                               ProcessingOutput(source='/opt/ml/processing/output/
validation'), 
                               ProcessingOutput(source='/opt/ml/processing/output/
test')] 
                     )

Para procesar datos en paralelo con Scikit-Learn en Procesamiento de Amazon 
SageMaker, puede fragmentar objetos de entrada mediante la clave S3 configurando
s3_data_distribution_type='ShardedByS3Key' dentro de un ProcessingInput para que 
cada instancia reciba aproximadamente el mismo número de objetos de entrada.

Procesamiento de datos con procesadores Framework

A FrameworkProcessor puede ejecutar trabajos de procesamiento con un marco de aprendizaje 
automático específico, lo que le proporciona un contenedor SageMaker administrado por Amazon 
para cualquier marco de aprendizaje automático que elija. FrameworkProcessorproporciona 
contenedores prediseñados para los siguientes marcos de aprendizaje automático: Hugging Face, 
MXNet y XGBoost. PyTorch TensorFlow

La FrameworkProcessor clase también ofrece la posibilidad de personalizar la configuración 
del contenedor. La clase FrameworkProcessor admite la especificación de un directorio fuente
source_dir para los scripts y las dependencias de procesamiento. Con esta capacidad, puede 
dar al procesador acceso a varios scripts de un directorio en lugar de especificar solo un script.
FrameworkProcessor también admite la inclusión de un archivo requirements.txt en el
source_dir para personalizar las bibliotecas de Python para instalarlas en el contenedor.

Para obtener más información sobre la FrameworkProcessor clase y sus métodos y parámetros, 
consulte FrameworkProcessorel SDK de Amazon SageMaker Python.
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Para ver ejemplos del uso de un FrameworkProcessor para cada uno de los marcos de machine 
learning compatibles, consulte los siguientes temas.

Temas

• Procesador Hugging Face Framework

• Procesador MXNet Framework

• PyTorch Procesador Framework

• TensorFlow Procesador Framework

• Procesador XGBoost Framework

Procesador Hugging Face Framework

Hugging Face es un proveedor de código abierto de modelos de procesamiento de lenguaje natural 
(NLP). El SDK HuggingFaceProcessor de Amazon SageMaker Python le permite ejecutar 
trabajos de procesamiento con scripts de Hugging Face. Cuando usa el HuggingFaceProcessor, 
puede aprovechar un contenedor de Docker creado por Amazon con un entorno Hugging Face 
gestionado para no tener que traer tu propio contenedor.

El siguiente ejemplo de código muestra cómo puede usarlo HuggingFaceProcessor para ejecutar 
su trabajo de procesamiento utilizando una imagen de Docker proporcionada y mantenida por. 
SageMaker Tenga en cuenta que, al ejecutar el trabajo, puede especificar un directorio que contenga 
sus scripts y dependencias en el source_dir argumento, y puede tener un requirements.txt
archivo ubicado dentro de su source_dir directorio que especifique las dependencias de sus 
scripts de procesamiento. SageMaker El procesamiento instala automáticamente las dependencias
requirements.txt en el contenedor.

from sagemaker.huggingface import HuggingFaceProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role

#Initialize the HuggingFaceProcessor
hfp = HuggingFaceProcessor( 
    role=get_execution_role(),  
    instance_count=1, 
    instance_type='ml.g4dn.xlarge', 
    transformers_version='4.4.2', 
    pytorch_version='1.6.0',  
    base_job_name='frameworkprocessor-hf'
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)

#Run the processing job
hfp.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input/data/' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput(output_name='train', source='/opt/ml/processing/output/
train/', destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='test', source='/opt/ml/processing/output/test/', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='val', source='/opt/ml/processing/output/val/', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}') 
    ]
)

Si tiene un archivo requirements.txt, debería ser una lista de bibliotecas que desee instalar en 
el contenedor. La ruta para source_dir puede ser una ruta de URI relativa, absoluta o de Amazon 
S3. Sin embargo, si utiliza un URI de Amazon S3, debe apuntar a un archivo tar.gz. Puede tener 
varios scripts en el directorio que especifique para source_dir. Para obtener más información 
sobre la HuggingFaceProcessor clase, consulte Hugging Face Estimator en el SDK de Amazon 
SageMaker  Python.

Procesador MXNet Framework

Apache MXNet es un marco de aprendizaje profundo de código abierto que se utiliza comúnmente 
para formar e implementar redes neuronales. El SDK MXNetProcessor de Amazon SageMaker 
Python le permite ejecutar trabajos de procesamiento con scripts de MXNet. Al utilizar el
MXNetProcessor, puede aprovechar un contenedor de Docker creado por Amazon con un entorno 
MXNet gestionado para no tener que traer su propio contenedor.

El siguiente ejemplo de código muestra cómo puede usarlo MXNetProcessor para ejecutar 
su trabajo de procesamiento utilizando una imagen de Docker proporcionada y mantenida por. 
SageMaker Tenga en cuenta que, al ejecutar el trabajo, puede especificar un directorio que contenga 
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sus scripts y dependencias en el source_dir argumento, y puede tener un requirements.txt
archivo ubicado dentro de su source_dir directorio que especifique las dependencias de sus 
scripts de procesamiento. SageMaker El procesamiento instala automáticamente las dependencias
requirements.txt en el contenedor.

from sagemaker.mxnet import MXNetProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role

#Initialize the MXNetProcessor
mxp = MXNetProcessor( 
    framework_version='1.8.0', 
    py_version='py37', 
    role=get_execution_role(),  
    instance_count=1, 
    instance_type='ml.c5.xlarge', 
    base_job_name='frameworkprocessor-mxnet'
)

#Run the processing job
mxp.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input/data/' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput( 
            output_name='processed_data', 
            source='/opt/ml/processing/output/', 
            destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}' 
        ) 
    ]
)

Si tiene un archivo requirements.txt, debería ser una lista de bibliotecas que desee instalar 
en el contenedor. La ruta para source_dir puede ser una ruta de URI relativa, absoluta o de 
Amazon S3. Sin embargo, si utiliza un URI de Amazon S3, debe apuntar a un archivo tar.gz. 
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Puede tener varios scripts en el directorio que especifique para source_dir. Para obtener más 
información sobre la MXNetProcessor clase, consulte MXNet Estimator en el SDK de Amazon 
Python. SageMaker

PyTorch Procesador Framework

PyTorch es un marco de aprendizaje automático de código abierto. El SDK PyTorchProcessor de 
Amazon SageMaker Python le permite ejecutar trabajos de procesamiento con PyTorch scripts. Al 
utilizar elPyTorchProcessor, puede aprovechar un contenedor Docker creado por Amazon con un 
PyTorch entorno gestionado para no tener que traer su propio contenedor.

El siguiente ejemplo de código muestra cómo puede usarlo PyTorchProcessor para ejecutar su 
trabajo de procesamiento con una imagen de Docker proporcionada y mantenida por. SageMaker 
Tenga en cuenta que, al ejecutar el trabajo, puede especificar un directorio que contenga sus 
scripts y dependencias en el source_dir argumento, y puede tener un requirements.txt
archivo ubicado dentro de su source_dir directorio que especifique las dependencias de sus 
scripts de procesamiento. SageMaker El procesamiento instala automáticamente las dependencias
requirements.txt en el contenedor.

Para ver las PyTorch versiones compatibles SageMaker, consulte las imágenes disponibles del
contenedor de aprendizaje profundo.

from sagemaker.pytorch.processing import PyTorchProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role

#Initialize the PyTorchProcessor
pytorch_processor = PyTorchProcessor( 
    framework_version='1.8', 
    role=get_execution_role(), 
    instance_type='ml.m5.xlarge', 
    instance_count=1, 
    base_job_name='frameworkprocessor-PT'
)

#Run the processing job
pytorch_processor.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
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            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput(output_name='data_structured', source='/opt/ml/processing/tmp/
data_structured', destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='train', source='/opt/ml/processing/output/train', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='validation', source='/opt/ml/processing/output/
val', destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='test', source='/opt/ml/processing/output/test', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='logs', source='/opt/ml/processing/logs', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}') 
    ]
)

Si tiene un archivo requirements.txt, debería ser una lista de bibliotecas que desee instalar en 
el contenedor. La ruta para source_dir puede ser una ruta de URI relativa, absoluta o de Amazon 
S3. Sin embargo, si utiliza un URI de Amazon S3, debe apuntar a un archivo tar.gz. Puede tener 
varios scripts en el directorio que especifique para source_dir. Para obtener más información 
sobre la PyTorchProcessor clase, consulte PyTorch Estimator en el SDK de Amazon  SageMaker 
Python.

TensorFlow Procesador Framework

TensorFlow es una biblioteca de aprendizaje automático e inteligencia artificial de código abierto. 
El SDK TensorFlowProcessor de Amazon SageMaker Python le permite ejecutar trabajos de 
procesamiento con TensorFlow scripts. Al utilizar elTensorFlowProcessor, puede aprovechar un 
contenedor Docker creado por Amazon con un TensorFlow entorno gestionado para no tener que 
traer su propio contenedor.

El siguiente ejemplo de código muestra cómo puede usarlo TensorFlowProcessor para ejecutar 
su trabajo de procesamiento con una imagen de Docker proporcionada y mantenida por. SageMaker 
Tenga en cuenta que, al ejecutar el trabajo, puede especificar un directorio que contenga sus 
scripts y dependencias en el source_dir argumento, y puede tener un requirements.txt
archivo ubicado dentro de su source_dir directorio que especifique las dependencias de sus 

TensorFlow Procesador Framework 2532

https://sagemaker.readthedocs.io/en/stable/frameworks/pytorch/sagemaker.pytorch.html


Amazon SageMaker Guía para desarrolladores

scripts de procesamiento. SageMaker El procesamiento instala automáticamente las dependencias
requirements.txt en el contenedor.

from sagemaker.tensorflow import TensorFlowProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role

#Initialize the TensorFlowProcessor
tp = TensorFlowProcessor( 
    framework_version='2.3', 
    role=get_execution_role(), 
    instance_type='ml.m5.xlarge', 
    instance_count=1, 
    base_job_name='frameworkprocessor-TF', 
    py_version='py37'
)

#Run the processing job
tp.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input/data' 
        ), 
        ProcessingInput( 
            input_name='model', 
            source=f's3://{BUCKET}/{S3_PATH_TO_MODEL}', 
            destination='/opt/ml/processing/input/model' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput( 
            output_name='predictions', 
            source='/opt/ml/processing/output', 
            destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}' 
        ) 
    ]
)
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Si tiene un archivo requirements.txt, debería ser una lista de bibliotecas que desee instalar en 
el contenedor. La ruta para source_dir puede ser una ruta de URI relativa, absoluta o de Amazon 
S3. Sin embargo, si utiliza un URI de Amazon S3, debe apuntar a un archivo tar.gz. Puede tener 
varios scripts en el directorio que especifique para source_dir. Para obtener más información 
sobre la TensorFlowProcessor clase, consulte TensorFlow Estimator en el SDK de Amazon 
SageMaker Python.

Procesador XGBoost Framework

XGBoost es un marco de machine learning de código abierto. El SDK XGBoostProcessor de 
Amazon SageMaker Python le permite ejecutar trabajos de procesamiento con scripts XGBoost. 
Cuando utilizas el XGBoostProcessor, puedes aprovechar un contenedor Docker creado por Amazon 
con un entorno XGBoost gestionado para no tener que traer tu propio contenedor.

El siguiente ejemplo de código muestra cómo puede usarlo XGBoostProcessor para ejecutar 
su trabajo de procesamiento utilizando una imagen de Docker proporcionada y mantenida por. 
SageMaker Tenga en cuenta que, al ejecutar el trabajo, puede especificar un directorio que contenga 
sus scripts y dependencias en el source_dir argumento, y puede tener un requirements.txt
archivo ubicado dentro de su source_dir directorio que especifique las dependencias de sus 
scripts de procesamiento. SageMaker El procesamiento instala automáticamente las dependencias
requirements.txt en el contenedor.

from sagemaker.xgboost import XGBoostProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role

#Initialize the XGBoostProcessor
xgb = XGBoostProcessor( 
    framework_version='1.2-2', 
    role=get_execution_role(), 
    instance_type='ml.m5.xlarge', 
    instance_count=1, 
    base_job_name='frameworkprocessor-XGB',
)

#Run the processing job
xgb.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
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            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input/data' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput( 
            output_name='processed_data', 
            source='/opt/ml/processing/output/', 
            destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}' 
        ) 
    ]
)

Si tiene un archivo requirements.txt, debería ser una lista de bibliotecas que desee instalar en 
el contenedor. La ruta para source_dir puede ser una ruta de URI relativa, absoluta o de Amazon 
S3. Sin embargo, si utiliza un URI de Amazon S3, debe apuntar a un archivo tar.gz. Puede tener 
varios scripts en el directorio que especifique para source_dir. Para obtener más información 
sobre la XGBoostProcessor clase, consulte XGBoost Estimator en el SDK de Amazon Python. 
SageMaker

Utilizar su propio código de procesamiento

Puede instalar bibliotecas para ejecutar sus scripts en su propio contenedor de procesamiento o, 
en un caso más avanzado, puede crear su propio contenedor de procesamiento que satisfaga el 
contrato para ejecutar en Amazon SageMaker. Para obtener más información sobre contenedores 
en SageMaker, consulte Utilizar contenedores de Docker para crear modelos. Para obtener una 
especificación formal que define el contrato de un contenedor de Procesamiento de Amazon 
SageMaker, consulte Crear su propio contenedor de procesamiento (escenario avanzado).

Temas

• Ejecutar scripts con su propio contenedor de procesamiento

• Crear su propio contenedor de procesamiento (escenario avanzado)

Ejecutar scripts con su propio contenedor de procesamiento

Puede usar scripts de scikit-learn para preprocesar datos y evaluar sus modelos. Para saber 
cómo ejecutar scripts de scikit-learn para realizar estas tareas, consulte el cuaderno de muestras 
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de Procesamiento de scikit-learn. Este cuaderno usa la clase ScriptProcessor deAmazon 
SageMaker Python SDK para el procesamiento.

El siguiente ejemplo muestra un flujo de trabajo general para usar una clase ScriptProcessor
con su propio contenedor de procesamiento. El flujo de trabajo muestra cómo crear su propia 
imagen, construir su contenedor y usar una clase ScriptProcessor para ejecutar un guión de 
preprocesamiento de Python con el contenedor. El trabajo de procesamiento procesa los datos de 
entrada y guarda los datos procesados en Amazon Simple Storage Service (Amazon S3).

Antes de usar los siguientes ejemplos, debe tener sus propios datos de entrada y un guión de Python 
preparado para procesar los datos. Para ver un ejemplo guiado de principio a fin de este proceso, 
consulte el cuaderno de muestras de Procesamiento de scikit-learn.

1. Cree un directorio de Docker y agregue el archivo Dockerfile utilizado para crear el contenedor 
de procesamiento. Instale pandas y scikit-learn en él. (También puede instalar sus propias 
dependencias con un comando RUN similar.)

mkdir docker

%%writefile docker/Dockerfile

FROM python:3.7-slim-buster

RUN pip3 install pandas==0.25.3 scikit-learn==0.21.3
ENV PYTHONUNBUFFERED=TRUE

ENTRYPOINT ["python3"]

2. Cree el contenedor mediante el comando docker, cree un repositorio de Amazon Elastic Container 
Registry (Amazon ECR) y envíe la imagen a Amazon ECR.

import boto3

account_id = boto3.client('sts').get_caller_identity().get('Account')
region = boto3.Session().region_name
ecr_repository = 'sagemaker-processing-container'
tag = ':latest'
processing_repository_uri = '{}.dkr.ecr.{}.amazonaws.com/{}'.format(account_id, 
 region, ecr_repository + tag)

# Create ECR repository and push docker image
!docker build -t $ecr_repository docker
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!aws ecr get-login-password --region {region} | docker login --username AWS --
password-stdin {account_id}.dkr.ecr.{region}.amazonaws.com
!aws ecr create-repository --repository-name $ecr_repository
!docker tag {ecr_repository + tag} $processing_repository_uri
!docker push $processing_repository_uri

3. Configure el ScriptProcessor desde el SDK de SageMaker Python para ejecutar el guión. 
Sustituya image_uri por el URI de la imagen que haya creado y sustituya role_arn por el ARN 
de un rol AWS Identity and Access Management que tenga acceso a su bucket de Amazon S3 de 
destino.

from sagemaker.processing import ScriptProcessor, ProcessingInput, ProcessingOutput

script_processor = ScriptProcessor(command=['python3'], 
                image_uri='image_uri', 
                role='role_arn', 
                instance_count=1, 
                instance_type='ml.m5.xlarge')

4. Ejecute el guión. Sustituya preprocessing.py por el nombre de su propio guión de 
procesamiento de Python y sustituya s3://path/to/my/input-data.csv por la ruta de 
Amazon S3 a los datos de entrada.

script_processor.run(code='preprocessing.py', 
                     inputs=[ProcessingInput( 
                        source='s3://path/to/my/input-data.csv', 
                        destination='/opt/ml/processing/input')], 
                     outputs=[ProcessingOutput(source='/opt/ml/processing/output/
train'), 
                               ProcessingOutput(source='/opt/ml/processing/output/
validation'), 
                               ProcessingOutput(source='/opt/ml/processing/output/
test')])

Puede usar el mismo procedimiento con otra dependencia de biblioteca o de sistema. También 
puede utilizar las imágenes de Docker existentes. Esto incluye las imágenes que ejecute en otras 
plataformas, como Kubernetes.

Ejecutar scripts con un contenedor de procesamiento 2537

https://kubernetes.io/


Amazon SageMaker Guía para desarrolladores

Crear su propio contenedor de procesamiento (escenario avanzado)

Puede proporcionar a Procesamiento de Amazon SageMaker una imagen de Docker que tenga 
su propio código y dependencias para ejecutar sus cargas de trabajo de procesamiento de datos, 
ingeniería de características y evaluación de modelos.

El siguiente ejemplo de un archiDockerfile crea un contenedor con las bibliotecas de Python scikit-
learn y pandas que puede ejecutar como un trabajo de procesamiento.

FROM python:3.7-slim-buster

# Install scikit-learn and pandas
RUN pip3 install pandas==0.25.3 scikit-learn==0.21.3

# Add a Python script and configure Docker to run it
ADD processing_script.py /
ENTRYPOINT ["python3", "/processing_script.py"]

Para ver un ejemplo de un script de procesamiento, consulte Introducción al procesamiento de 
SageMaker.

Cree e inserte esta imagen de Docker en un repositorio de Amazon Elastic Container Registry 
(Amazon ECR) y asegúrese de que su rol de IAM de SageMaker pueda extraer la imagen 
de Amazon ECR. A continuación, puede ejecutar esta imagen en Procesamiento de Amazon 
SageMaker.

Cómo ejecuta Procesamiento de Amazon SageMaker su imagen de Contenedor de 
procesamiento

Procesamiento de Amazon SageMaker ejecuta la imagen de contenedor de procesamiento de forma 
similar al comando siguiente, donde AppSpecification.ImageUri es el URI de imagen de 
Amazon ECR que especifica en una operación de CreateProcessingJob.

docker run [AppSpecification.ImageUri]

Este comando ejecuta el comando ENTRYPOINT configurado en la imagen de Docker.

También puede anular el comando entrypoint en la imagen o proporcionar 
argumentos de línea de comandos al comando entrypoint utilizando los parámetros
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AppSpecification.ContainerEntrypoint y AppSpecification.ContainerArgument
en la solicitud CreateProcessingJob. La especificación de estos parámetros configura 
Procesamiento de Amazon SageMaker para ejecutar el contenedor de forma similar a la que lo hace 
el siguiente comando.

 docker run --entry-point [AppSpecification.ContainerEntrypoint] 
 [AppSpecification.ImageUri] [AppSpecification.ContainerArguments]

Por ejemplo, si especifica que ContainerEntrypoint sea [python3, -v, /
processing_script.py] en su solicitud CreateProcessingJob  y que
ContainerArguments sea [data-format, csv], Procesamiento de Amazon SageMaker 
ejecuta el contenedor con el siguiente comando.

 python3 -v /processing_script.py data-format csv 

Al crear su contenedor de procesamiento, tenga en cuenta los siguientes detalles:

• El Procesamiento de Amazon SageMaker decide si el trabajo se completa o se produce un error 
en función del código de salida de la ejecución del comando. Un trabajo de procesamiento se 
completa si todos los contenedores de procesamiento salen correctamente con un código de 
salida 0 y devuelve un error si alguno de los contenedores sale con un código de salida distinto de 
cero.

• El Procesamiento de Amazon SageMaker le permite anular el punto de entrada del contenedor de 
procesamiento y establecer argumentos de línea de comandos al igual que puede hacer con la 
API de Docker. Las imágenes de Docker también pueden configurar los argumentos de punto de 
entrada y línea de comandos mediante las instrucciones ENTRYPOINT y CMD. La forma en que 
los parámetros ContainerEntrypoint y ContainerArgument de CreateProcessingJob
configuran el punto de entrada y los argumentos de una imagen de Docker refleja cómo Docker 
anula el punto de entrada y los argumentos a través de la API de Docker:

• Si no se proporcionan ContainerEntrypoint ni ContainerArguments, el Procesamiento 
utiliza el ENTRYPOINT o CMD predeterminado en la imagen.

• Si se proporciona ContainerEntrypoint, pero no ContainerArguments, el Procesamiento 
ejecuta la imagen con el punto de entrada indicado, e ignora el ENTRYPOINT y CMD en la 
imagen.

• Si se proporciona ContainerArguments, pero no ContainerEntrypoint, el Procesamiento 
ejecuta la imagen con el ENTRYPOINT predeterminado en la imagen y con los argumentos 
proporcionados.
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• Si se proporcionan ContainerEntrypoint y ContainerArguments, el Procesamiento 
ejecuta la imagen con el punto de entrada y los argumentos indicados y se ignoran el
ENTRYPOINT y CMD en la imagen.

• Debe usar el formato exec de la instrucción ENTRYPOINT en su Dockerfile (ENTRYPOINT
["executable", "param1", "param2"]) en lugar del formato shell (ENTRYPOINT command 
param1 param2). Esto permite que su contenedor de procesamiento reciba señales SIGINT y
SIGKILL, que el Procesamiento utiliza para detener los trabajos de procesamiento utilizando la 
API StopProcessingJob.

• /opt/ml y todos sus subdirectorios están reservados por SageMaker. Cuando cree su imagen de 
Docker de procesamiento, no coloque ningún dato requerido por su contenedor de procesamiento 
en estos directorios.

• Si planea usar dispositivos GPU, asegúrese de que sus contenedores sean compatibles con 
nvidia-docker. Incluya solo el kit de herramientas CUDA en los contenedores. No cree un paquete 
con controladores de NVIDIA con la imagen. Para obtener más información sobre nvidia-docker, 
consulte NVIDIA/nvidia-docker.

Cómo configura Procesamiento de Amazon SageMaker la entrada y salida del 
contenedor de procesamiento

Cuando crea un trabajo de procesamiento mediante la operación CreateProcessingJob, puede 
especificar varios valores ProcessingInput y ProcessingOutput.

Utilice el ProcessingInput parámetro para especificar un URI de Amazon Simple Storage Service 
(Amazon S3) desde el que descargar datos y una ruta de acceso en el contenedor de procesamiento 
donde descargar los datos. El parámetro ProcessingOutput configura una ruta de acceso en 
su contenedor de procesamiento desde la que cargar datos y donde Amazon S3 cargará esos 
datos. Para ProcessingInput y ProcessingOutput, la ruta de acceso en el contenedor de 
procesamiento debe empezar por /opt/ml/processing/ .

Por ejemplo, podría crear un trabajo de procesamiento con un parámetro ProcessingInput que 
descargue datos desde s3://your-data-bucket/path/to/input/csv/data en /opt/ml/
processing/csv en el contenedor de procesamiento y un parámetro ProcessingOutput que 
cargue datos desde /opt/ml/processing/processed_csv en s3://your-data-bucket/
path/to/output/csv/data. Su trabajo de procesamiento leería los datos de entrada y escribiría 
los datos de salida en /opt/ml/processing/processed_csv. A continuación, carga los datos 
escritos en esta ruta a la ubicación de salida especificada por Amazon S3.
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Important

Los enlaces simbólicos (symlinks) no se pueden utilizar para cargar datos de salida en 
Amazon S3. No se siguen los symlinks al cargar los datos de salida.

Cómo el Procesamiento de Amazon SageMaker proporciona registros y métricas para 
el contenedor de procesamiento

Cuando el contenedor de procesamiento escribe en stdout o stderr, el Procesamiento de 
Amazon SageMaker guarda la salida de cada contenedor de procesamiento y la coloca en Registros 
de Amazon CloudWatch. Para obtener más información acerca del registro, consulte Registra 
SageMaker los eventos de Amazon con Amazon CloudWatch.

El Procesamiento de Amazon SageMaker también proporciona métricas de CloudWatch para cada 
instancia que ejecuta el contenedor de procesamiento. Para obtener más información acerca de las 
métricas, consulte Supervisa Amazon SageMaker con Amazon CloudWatch.

Cómo configura Procesamiento de Amazon SageMaker su contenedor de 
procesamiento

El Procesamiento de Amazon SageMaker proporciona información de configuración al contenedor 
de procesamiento a través de variables de entorno y dos archivos JSON (/opt/ml/config/
processingjobconfig.json y /opt/ml/config/resourceconfig.json) en ubicaciones 
predefinidas en el contenedor.

Cuando se inicia un trabajo de procesamiento, utiliza las variables de entorno que ha especificado 
con el mapeo de Environment en la solicitud CreateProcessingJob. El archivo /opt/ml/
config/processingjobconfig.json contiene información sobre los nombres de host de los 
contenedores de procesamiento, y también se especifica en la solicitud CreateProcessingJob.

En el ejemplo siguiente se muestra el formato del archivo /opt/ml/config/
processingjobconfig.json.

{ 
    "ProcessingJobArn": "<processing_job_arn>", 
    "ProcessingJobName": "<processing_job_name>", 
    "AppSpecification": { 
        "ImageUri": "<image_uri>", 
        "ContainerEntrypoint": null, 
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        "ContainerArguments": null 
    }, 
    "Environment": { 
        "KEY": "VALUE" 
    }, 
    "ProcessingInputs": [ 
        { 
            "InputName": "input-1", 
            "S3Input": { 
                "LocalPath": "/opt/ml/processing/input/dataset", 
                "S3Uri": "<s3_uri>", 
                "S3DataDistributionType": "FullyReplicated", 
                "S3DataType": "S3Prefix", 
                "S3InputMode": "File", 
                "S3CompressionType": "None", 
                "S3DownloadMode": "StartOfJob" 
            } 
        } 
    ], 
    "ProcessingOutputConfig": { 
        "Outputs": [ 
            { 
                "OutputName": "output-1", 
                "S3Output": { 
                    "LocalPath": "/opt/ml/processing/output/dataset", 
                    "S3Uri": "<s3_uri>", 
                    "S3UploadMode": "EndOfJob" 
                } 
            } 
        ], 
        "KmsKeyId": null 
    }, 
    "ProcessingResources": { 
        "ClusterConfig": { 
            "InstanceCount": 1, 
            "InstanceType": "ml.m5.xlarge", 
            "VolumeSizeInGB": 30, 
            "VolumeKmsKeyId": null 
        } 
    }, 
    "RoleArn": "<IAM role>", 
    "StoppingCondition": { 
        "MaxRuntimeInSeconds": 86400 
    }
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}

El archivo /opt/ml/config/resourceconfig.json contiene información sobre los nombres de 
host de los contenedores de procesamiento. Utilice los siguientes nombres de host al crear o ejecutar 
código de procesamiento distribuido.

{ 
  "current_host": "algo-1", 
  "hosts": ["algo-1","algo-2","algo-3"]
}

No utilice la información sobre los nombres de host que se incluye en /etc/hostname o /etc/
hosts porque podría ser inexacta.

Es posible que la información del nombre de host no esté disponible inmediatamente para el 
contenedor de procesamiento. Recomendamos agregar una política de reintentos en las operaciones 
de resolución de nombres de host a medida que los nodos estén disponibles en el clúster.

Guardar y acceder a la información de metadatos sobre su trabajo de procesamiento

Para guardar metadatos del contenedor de procesamiento después de salir de él, los contenedores 
pueden escribir texto codificado en UTF-8 en el archivo /opt/ml/output/message. Después 
de que el trabajo de procesamiento cambie a un estado de terminal ("Completed", "Stopped" 
o "Failed"), el campo "ExitMessage" en DescribeProcessingJob contiene el primer 
1 KB de este archivo. Obtenga acceso a esa parte inicial del archivo con una llamada a
DescribeProcessingJob, que la devuelve a través del parámetro ExitMessage. Para trabajos 
de procesamiento con error, puede utilizar este campo para ofrecer información de por qué el 
contenedor de procesamiento generó un error.

Important

No escriba datos confidenciales en el archivo /opt/ml/output/message.

Si los datos de este archivo no están codificados en UTF-8, se produce un error en el trabajo 
y devuelve ClientError. Si varios contenedores finalizan con ExitMessage, el contenido
ExitMessage de cada contenedor de procesamiento se concatena y, a continuación, se trunca a 1 
KB.
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Ejecutar su contenedor de procesamiento usando el SDK de SageMaker Python

Puede usar el SDK de SageMaker Python para ejecutar su propia imagen de procesamiento 
mediante el uso de la clase Processor. El siguiente ejemplo muestra cómo ejecutar su propio 
contenedor de procesamiento con una entrada de Amazon Simple Storage Service (Amazon S3) y 
una salida a Amazon S3.

from sagemaker.processing import Processor, ProcessingInput, ProcessingOutput

processor = Processor(image_uri='<your_ecr_image_uri>', 
                     role=role, 
                     instance_count=1, 
                     instance_type="ml.m5.xlarge")

processor.run(inputs=[ProcessingInput( 
                        source='<s3_uri or local path>', 
                        destination='/opt/ml/processing/input_data')], 
                    outputs=[ProcessingOutput( 
                        source='/opt/ml/processing/processed_data', 
                        destination='<s3_uri>')], 
                    )

En lugar de crear el código de procesamiento en la imagen de procesamiento, puede proporcionar 
un ScriptProcessor con su imagen y el comando que desea ejecutar, junto con el código que 
desea ejecutar dentro de ese contenedor. Para ver un ejemplo, consulte Ejecutar scripts con su 
propio contenedor de procesamiento.

También puede usar la imagen scikit-learn que el Procesamiento de Amazon SageMaker 
proporciona mediante SKLearnProcessor para ejecutar scripts scikit-learn. Para ver un ejemplo, 
consulte Procesamiento de características con scikit-learn.
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Crea, almacena y comparte funciones con Amazon 
SageMaker Feature Store

El proceso de desarrollo de machine learning (ML) suele comenzar con la extracción de señales 
de datos, también conocidas como características, de los datos para entrenar los modelos de ML. 
Amazon SageMaker Feature Store facilita a los científicos de datos, ingenieros de aprendizaje 
automático y médicos generales la creación, el intercambio y la administración de funciones para el 
desarrollo del aprendizaje automático. El almacén de características acelera este proceso al reducir 
el trabajo repetitivo de procesamiento y conservación de datos necesario para convertir los datos sin 
procesar en características para entrenar un algoritmo de ML.

Además, la lógica de procesamiento de los datos se crea una sola vez y las características 
generadas se utilizan tanto para el entrenamiento como para la inferencia, lo que reduce el 
sesgo de entrenamiento-servicio. El almacén de características es un almacén centralizado de 
características y metadatos asociados, de modo que las características se puedan detectar y 
reutilizar fácilmente. Puede crear un almacenamiento en línea o sin conexión. El almacenamiento en 
línea puede utilizarse para casos de uso de inferencia en tiempo real de baja latencia, mientras que 
el almacenamiento sin conexión puede emplearse para el entrenamiento y la inferencia por lotes.   

El siguiente diagrama muestra cómo usar el almacén de características como parte de la 
canalización de machine learning. En primer lugar, lee los datos sin procesar y los procesa. Puede 
ingerir datos por transmisión en el almacenamiento en línea o sin conexión, o por lotes directamente 
al almacenamiento sin conexión. Primero debe crear un FeatureGroup y configurarlo para un 
almacenamiento en línea o sin conexión, o ambos. Luego, puede ingerir datos en su FeatureGroup
y almacenarlos en su almacén. Un FeatureGroup es un grupo de características que se define 
mediante un esquema en el almacén de características para describir un registro.

El almacenamiento en línea está diseñado principalmente para admitir predicciones en tiempo 
real que requieren lecturas de baja latencia de milisegundos y escrituras de alto rendimiento. 
El almacenamiento sin conexión está destinado principalmente a las predicciones por lotes y 
al entrenamiento de modelos. El almacenamiento sin conexión es un almacén solo de anexos 
y se puede utilizar para almacenar datos de características históricas y acceder a ellos. El 
almacenamiento sin conexión puede ayudarle a almacenar y ofrecer características para la 
exploración y el entrenamiento de modelos. El almacenamiento en línea solo conserva los datos 
de características más recientes. Los grupos de características son mutables y su esquema puede 
evolucionar tras su creación.
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Funcionamiento del almacén de características

En el almacén de características, las características se almacenan en una colección denominada
grupo de características. Puede visualizar un grupo de características como una tabla en la que 
cada columna es una característica, con un identificador único para cada fila. En principio, un grupo 
de características se compone de características y valores específicos de cada característica. 
Un Record es un conjunto de valores para características que corresponden a un único
RecordIdentifier. En conjunto, un FeatureGroup es un grupo de características definidas en 
su FeatureStore para describir un Record. 

Puede usar el almacén de características en los siguientes modos: 

• En línea: en el modo en línea, las características se leen con lecturas de baja latencia 
(milisegundos) y se utilizan para realizar predicciones de alto rendimiento. Este modo requiere que 
un grupo de características esté almacenado en un almacenamiento en línea. 

• Sin conexión: en el modo sin conexión, se envían grandes flujos de datos a un almacenamiento 
sin conexión, que se puede utilizar para el entrenamiento y la inferencia por lotes. Este modo 
requiere que un grupo de características esté almacenado en un almacenamiento sin conexión. 
El almacenamiento sin conexión usa su bucket de S3 como almacenamiento y también puede 
obtener datos mediante consultas de Athena. 

• En línea y sin conexión: esto incluye los modos en línea y sin conexión.

Puede ingerir datos en el grupo de características en el almacén de características de dos maneras: 
por transmisión o por lotes. Si ingiere datos por transmisión, se envía una colección de registros 
al almacén de características mediante una llamada sincrónica a la API PutRecord. Esta API le 
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permite mantener los valores de las características más recientes en el almacén de características e 
introducir nuevos valores de características en cuanto se detecta una actualización.

Como alternativa, el almacén de características puede procesar e ingerir datos por lotes. Puede 
crear funciones con Amazon SageMaker Data Wrangler, crear grupos de características en Feature 
Store e ingerir funciones en lotes mediante un trabajo de SageMaker procesamiento con una libreta 
exportada desde Data Wrangler. Este modo permite la ingestión por lotes en el almacenamiento sin 
conexión. También admite la ingestión al almacenamiento en línea si el grupo de características está 
configurado para su uso tanto en línea como sin conexión. 

Creación de un grupo de características

Para ingerir características al almacén de características, primero debe definir el grupo de 
características y las definiciones de las características (nombre de la característica y tipo de datos) 
de todas las características que pertenecen al grupo de características. Una vez creados, los grupos 
de características son mutables y su esquema puede evolucionar. Los nombres de los grupos 
de características son únicos dentro de una Región de AWS y una Cuenta de AWS. Al crear un 
grupo de características, también puede crear los metadatos del grupo de características, como 
una descripción breve, la configuración de almacenamiento, las características para identificar cada 
registro y la hora del evento, así como etiquetas para almacenar información como el autor, el origen 
de datos, la versión, etc.

Important

Los nombres del FeatureGroup o los metadatos asociados, como la descripción o 
las etiquetas, no deben contener ninguna información de identificación personal (PII) ni 
información confidencial.

Buscar, detectar y compartir características

Después de crear un grupo de características en el almacén de características, otros usuarios 
autorizados del almacén de características pueden compartirlo y detectarlo. Los usuarios pueden 
explorar una lista de todos los grupos de características en el almacén de características o 
detectar los grupos de características existentes mediante una búsqueda por nombre del grupo de 
características, descripción, nombre del identificador de registro, fecha de creación y etiquetas. 
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Inferencia en tiempo real de las características almacenadas en el 
almacenamiento en línea 

Con el almacén de características, puede enriquecer las características almacenadas en el 
almacenamiento en línea en tiempo real con datos de un origen de transmisión (datos de transmisión 
limpios de otra aplicación) y ofrecer las características con una latencia de pocos milisegundos para 
realizar inferencias en tiempo real. 

También puede realizar uniones entre diferentes FeatureGroups para obtener inferencias en 
tiempo real si consulta dos tipos diferentes de FeatureGroups en la aplicación cliente. 

Almacenamiento sin conexión para el entrenamiento de modelos e 
inferencia por lotes

El almacén de características proporciona almacenamiento sin conexión para los valores de las 
características de su bucket de S3. Los datos se almacenan en el bucket de S3 mediante un 
esquema de prefijo basado en la hora del evento. El almacenamiento sin conexión es un almacén 
solo de anexos, lo que permite al almacén de características mantener un registro histórico de todos 
los valores de las características. Los datos se almacenan en el almacenamiento sin conexión en 
formato Parquet para optimizar el almacenamiento y el acceso a las consultas.

Puede consultar, explorar y visualizar las características con Data Wrangler desde la consola.  El 
almacén de características admite la combinación de datos para producir, entrenar, validar y probar 
conjuntos de datos, y le permite extraer datos en diferentes momentos.

Ingesta de datos de características

Las canalizaciones de generación de características se pueden crear para procesar lotes grandes 
(1 millón de filas de datos o más) o lotes pequeños, y para escribir los datos de las características en 
el almacenamiento en línea o sin conexión. Los orígenes de transmisión, como Amazon Managed 
Streaming para Apache Kafka o Amazon Kinesis, también se pueden utilizar como orígenes de datos 
de los que se extraen características que se envían directamente al almacenamiento en línea con 
fines de entrenamiento, inferencia o creación de características. 

Puede enviar registros al almacén de características mediante una llamada sincrónica a la 
API PutRecord. Dado que se trata de una llamada sincrónica a la API, es posible introducir 
pequeños lotes de actualizaciones en una única llamada a la API. Esto le permite mantener una 
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alta actualización de los valores de las características y publicar valores en cuanto se detecte una 
actualización. También se denominan características de transmisión. 

Cuando se ingieren y actualizan los datos de las características, el almacén de características 
almacena los datos históricos de todas las características del almacenamiento sin conexión. Para 
la ingesta por lotes, puede extraer los valores de las características de su bucket de S3 o utilizar 
Athena para realizar consultas. También puede usar Data Wrangler para procesar y diseñar nuevas 
características que luego se pueden exportar a un bucket de S3 elegido para que el almacén de 
características pueda acceder a ellas. Para la ingesta por lotes, puede configurar un trabajo de 
procesamiento para ingerir datos por lotes al almacén de características, o puede extraer los valores 
de las características de su bucket de S3 con Athena. 

Para eliminar un Record del almacenamiento en línea, utilice la llamada a la API DeleteRecord. 
Esto también agrega el registro eliminado al almacenamiento sin conexión.

Resiliencia del almacén de características
El almacén de características se distribuye en varias zonas de disponibilidad (AZ). Una AZ es una 
ubicación aislada dentro de una Región de AWS. Si se produce un error en alguna AZ, el almacén 
de características puede usar otras AZ. Para obtener más información acerca de las AZ, consulte
Resiliencia en Amazon SageMaker.

Empieza a usar Amazon SageMaker Feature Store
En los temas siguientes se proporciona información sobre el uso de Amazon SageMaker Feature 
Store. Primero aprenda los conceptos de Feature Store y, después, cómo administrar los permisos 
para usar Feature Store, cómo crear y usar grupos de características con Studio Classic, Jupyter 
o JupyterLab Notebook, cómo usar Feature Store mediante la interfaz de usuario a través de la 
consola y cómo eliminar grupos de características usando la consola y. AWS SDK for Python (Boto3)

Las instrucciones para usar Feature Store a través de la consola dependen de si has activado Studio 
o Studio Classic como experiencia predeterminada. Para obtener información sobre cómo acceder a 
Studio Classic, consulteInicie Studio Classic con Amazon SageMaker Console.

Temas

• Conceptos del almacén de características

• Adición de políticas al rol de IAM

• Uso del almacén de características con el SDK para Python (Boto3)
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• Uso de Amazon SageMaker Feature Store en la consola

• Eliminar un grupo de características

Conceptos del almacén de características

Enumeramos los términos más comunes que se utilizan en Amazon SageMaker Feature Store, 
seguidos de diagramas de ejemplo para visualizar algunos conceptos:

• Almacén de características: capa de almacenamiento y administración de datos para 
características de machine learning (ML). Sirve como único origen de verdad para almacenar, 
recuperar, eliminar, rastrear, compartir, detectar y controlar el acceso a las características. En el 
siguiente diagrama de ejemplo, el almacén de características es un almacén para sus grupos de 
características, que contiene sus datos de ML y proporciona servicios adicionales.

• Almacenamiento en línea: almacén de baja latencia y alta disponibilidad de un grupo de 
características que permite la búsqueda de registros en tiempo real. El almacenamiento en línea 
permite un acceso rápido al registro más reciente a través de la API GetRecord.

• Almacenamiento sin conexión: almacena datos históricos en su bucket de Amazon S3. El 
almacenamiento sin conexión se utiliza cuando no se necesitan lecturas de latencia baja (inferior 
a un segundo). Por ejemplo, el almacenamiento sin conexión se puede utilizar cuando desee 
almacenar y ofrecer características para la exploración, el entrenamiento de modelos y la 
inferencia por lotes.

• Grupo de características: el recurso principal del almacén de características que contiene los 
datos y metadatos que se utilizan para entrenar o predecir con un modelo de ML. Un grupo de 
características es una agrupación lógica de características que se utiliza para describir registros. 
En el siguiente diagrama de ejemplo, un grupo de características contiene sus datos de ML.

• Característica: una propiedad que se utiliza como una de las entradas para entrenar o predecir con 
el modelo de ML. En la API del almacén de características, una característica es un atributo de un 
registro. En el siguiente diagrama de ejemplo, una característica describe una columna en su tabla 
de datos de ML.

• Definición de característica: consta de un nombre y uno de los tipos de datos: entero, cadena o 
fracción. Un grupo de características contiene una lista de definiciones de características. Para 
obtener más información sobre los tipos de datos del almacén de características, consulte Tipos de 
datos.

• Registro: colección de valores de las características de un único identificador de registro. Una 
combinación de valores de identificador de registro y hora del evento identifica de forma exclusiva 
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un registro dentro de un grupo de características. En el siguiente diagrama de ejemplo, un registro 
es una fila en su tabla de datos de ML.

• Nombre del identificador de registro: el nombre del identificador de registro es el nombre de la 
característica que identifica los registros. Debe hacer referencia a uno de los nombres de una 
característica definida en las definiciones de características del grupo de características. Cada 
grupo de características se define con un nombre de identificador de registro.

• Hora del evento: marca temporal que usted proporciona y que se corresponde al momento en que 
se produjo el evento de registro. Todos los registros del grupo de características deben tener una 
hora del evento. El almacenamiento en línea solo contiene el registro correspondiente a la hora del 
evento más reciente, mientras que el almacenamiento sin conexión contiene todos los registros 
históricos. Para obtener más información sobre los formatos de la hora del evento, consulte Tipos 
de datos.

• Ingestión: adición de nuevos registros a un grupo de características. La ingestión se realiza 
normalmente a través de la API PutRecord.

Temas

• Diagrama general de los conceptos

• Diagramas de ingestion

Diagrama general de los conceptos

El siguiente diagrama de ejemplo conceptualiza algunos conceptos del almacén de características:
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El almacén de características contiene sus grupos de características y un grupo de características 
contiene sus datos de ML. En el diagrama de ejemplo, el grupo de características original contiene 
una tabla de datos que tiene tres características (cada una de las cuales describe una columna) y 
dos registros (filas).

• La definición de una característica describe el nombre de la característica y el tipo de datos de los 
valores de la característica que están asociados a los registros.

• Un registro contiene los valores de las características, se identifica de forma exclusiva por su 
identificador de registro y debe incluir la hora del evento.

Diagramas de ingestion

La ingestión es la acción de agregar uno o varios registros a un grupo de características existente. 
Las tiendas online y offline se actualizan de forma diferente para los distintos casos de uso del 
almacenamiento.

Ejemplo de ingestión en el almacenamiento en línea
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La tienda en línea actúa como una búsqueda de registros en tiempo real y solo conserva la mayoría 
up-to-date de los registros. Una vez que se introduce un registro en una tienda en línea existente, la 
tienda en línea actualizada solo conservará el registro con la última hora del evento.

En el siguiente diagrama de ejemplo, la tienda online original contiene una tabla de datos de 
aprendizaje automático con un registro. Un registro se ingiere con el mismo nombre de identificador 
de registro que el registro original y el registro ingerido tiene una hora de evento anterior a la del 
registro original. Como la tienda en línea actualizada solo conserva el registro con la última hora del 
evento, la tienda en línea actualizada contiene el registro original.
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Ejemplo de ingestión en el almacenamiento sin conexión
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El almacenamiento sin conexión actúa como una consulta histórica de registros y guarda todos los 
registros. Después de ingerir un registro nuevo en un almacenamiento sin conexión existente, el 
almacenamiento sin conexión actualizado conservará el nuevo registro.

En el siguiente diagrama de ejemplo, la tienda offline original contiene una tabla de datos de 
aprendizaje automático con un registro. Un registro se ingiere con el mismo nombre de identificador 
de registro que el registro original y el registro ingerido tiene una hora de evento anterior a la del 
registro original. Como el almacén sin conexión actualizado conserva todos los registros, el almacén 
sin conexión actualizado contiene ambos registros.
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Adición de políticas al rol de IAM

Para empezar con Amazon SageMaker Feature Store, debes tener un rol y añadir la política 
requerida a tu rol,AmazonSageMakerFeatureStoreAccess. A continuación, hay un tutorial sobre 
cómo ver las políticas asociadas a un rol y cómo agregar una política al rol. Para obtener información 
sobre cómo crear un rol, consulte SageMaker Funciones. Para obtener información sobre cómo 
obtener el rol de ejecución, consulte Obtener un rol de ejecución.

1. Abra la consola de IAM en https://console.aws.amazon.com/iam/.

2. En el panel de navegación en la izquierda de la consola de IAM, elija Roles.

3. En la barra de búsqueda, introduce el rol que estás usando para Amazon SageMaker Feature 
Store.

Para ver ejemplos sobre cómo encontrar el ARN de su rol de ejecución para un cuaderno interno 
SageMaker, consulte. Obtener un rol de ejecución El rol se encuentra al final del ARN del rol de 
ejecución.

4. Tras introducir el rol en la barra de búsqueda, selecciónelo.

En Políticas de permisos, puede ver las políticas asociadas al rol.

5. Tras elegir el rol, elija Agregar permisos y, a continuación, elija Asociar políticas.

6. En la barra de búsqueda, en Otras políticas de permisos, ingrese
AmazonSageMakerFeatureStoreAccess y presione Intro. Si la política no aparece, es 
posible que ya esté asociada. Podría estar enumerada en Políticas de permisos actuales.

7. Tras pulsar Intro, seleccione la casilla de verificación situada junto a la política y, a continuación, 
seleccione Agregar permisos.

8. Una vez que haya asociado la política al rol, la política aparecerá bajo Políticas de permisos de 
su rol de IAM.

Uso del almacén de características con el SDK para Python (Boto3)

El grupo de funciones es el recurso principal de la tienda de características que contiene los datos 
y metadatos de aprendizaje automático (ML) almacenados en Amazon SageMaker Feature Store. 
Un grupo de características es una agrupación lógica de características y registros. La definición de 
un grupo de características consta de una configuración para el almacenamiento sin conexión y en 
línea y de una lista de definiciones de características que se utilizan para describir los valores de los 
registros. Las definiciones de características deben incluir un nombre de identificador de registro y 
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un nombre de hora del evento. Para obtener más información sobre los conceptos del almacén de 
características, consulte Conceptos del almacén de características.

Antes de utilizar un almacén de características, normalmente cargará el conjunto de datos, ejecutará 
transformaciones y configurará las características para la ingestión. Este proceso tiene muchas 
variaciones y depende en gran medida de sus datos. El código de ejemplo de los siguientes temas 
hace referencia a los cuadernos de ejemplo Introduction to Feature Store y Fraud Detection with 
Amazon SageMaker Feature Store, respectivamente. Ambos utilizan AWS SDK for Python (Boto3). 
Para ver más ejemplos y recursos de Feature Store, consulteRecursos de Amazon SageMaker 
Feature Store.

El almacén de características admite los siguientes tipos de características: String, Fractional
(valor de coma flotante IEEE de 64 bits) yIntegral (valor entero con signo Int64 de 64 bits). El 
valor predeterminado se establece en String. Esto significa que si una columna del conjunto de 
datos no es un tipo de característica float o long, se establece de forma predeterminada en
String en el almacén de características.

Puede utilizar un esquema para describir las columnas y los tipos de datos de sus datos. Pasa este 
esquema a FeatureDefinitions, un parámetro obligatorio para un FeatureGroup. Puede 
utilizar el SDK para Python (Boto3), que tiene detección automática de tipos de datos cuando utiliza 
la función load_feature_definitions.

El comportamiento predeterminado cuando se agrega un nuevo registro de característica con un ID 
de registro ya existente es el siguiente. En el almacenamiento sin conexión, se anexará el nuevo 
registro. En el almacenamiento en línea, si la hora del evento del nuevo registro es inferior a la hora 
del evento existente no ocurrirá nada. Sin embargo, si la hora del evento del nuevo registro es mayor 
o igual a la hora del evento existente, se sobrescribirá el registro.

Al crear un grupo de características nuevo, puede elegir uno de los siguientes formatos de tabla:

• AWS Glue (predeterminado)

• Apache Iceberg

La ingestión de datos, especialmente durante la transmisión, puede provocar que se deposite 
una gran cantidad de archivos pequeños en el almacenamiento sin conexión. Esto puede afectar 
negativamente al rendimiento de las consultas debido al mayor número de operaciones de archivo 
necesarias. Para evitar posibles problemas de rendimiento, utilice el formato de tabla de Apache 
Iceberg al crear nuevos grupos de características. Con Iceberg, puede compactar los archivos de 
datos pequeños en un menor número de archivos grandes en la partición, lo que se traduce en 
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consultas considerablemente más rápidas. Esta operación de compactación es simultánea y no 
afecta a las operaciones de lectura y escritura en curso en el grupo de características. Si elige la 
opción Iceberg al crear nuevos grupos de características, Amazon SageMaker Feature Store creará 
las tablas Iceberg con el formato de archivo Parquet y registrará las tablas con el. AWS Glue Data 
Catalog

Important

Tenga en cuenta que, en el caso de los grupo de características en formato de tabla de 
Iceberg, debe especificar String como valor para la hora del evento. Si especifica cualquier 
otro tipo, no podrá crear el grupo de características correctamente.

A continuación, se enumeran algunos de los recursos disponibles administrados por el almacén de 
características.

Temas

• Introducción al cuaderno de ejemplo del almacén de características

• Cuaderno de ejemplo de detección de fraudes con el almacén de características

Introducción al cuaderno de ejemplo del almacén de características

El código de ejemplo de esta página hace referencia al cuaderno de ejemplo de introducción al 
almacén de características. Le recomendamos que ejecute este cuaderno en Studio Classic, en 
instancias de bloc de notas o JupyterLab porque el código de esta guía es conceptual y no es 
completamente funcional si se copia.

Utilice lo siguiente para clonar el amazon-sagemaker-examples GitHub repositorio aws/, que 
contiene el bloc de notas de ejemplo:

• Para Studio Classic

Inicie Studio Classic. Puede abrir Studio Classic si Studio o Studio Classic están habilitados 
como experiencia predeterminada. Para obtener instrucciones sobre cómo abrir Studio Classic, 
consulteInicie Studio Classic con Amazon SageMaker Console.

Para clonar el amazon-sagemaker-examples GitHub repositorio aws/ en Studio Classic, siga los 
pasos que se indican en. Clonar un repositorio de Git en SageMaker Studio Classic
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• Para instancias de Amazon SageMaker Notebook

Inicie la instancia de SageMaker Notebook siguiendo las instrucciones que se indican enAcceso a 
instancias de cuaderno.

Compruebe si los ejemplos ya están en sus libretas siguiendo las instrucciones que aparecen 
enEjemplo de cuadernos. Si no es así, sigue las instrucciones que se indican enAñade un 
repositorio de Git a tu SageMaker cuenta de Amazon.

Ahora que tiene los cuadernos de SageMaker ejemplo, navegue hasta el amazon-sagemaker-
examples/sagemaker-featurestore directorio y abra el cuaderno de ejemplo Introduction to 
Feature Store.

Paso 1: Configura tu sesión SageMaker

Para empezar a usar Feature Store, cree una SageMaker sesión. A continuación, configure el 
depósito de Amazon Simple Storage Service (Amazon S3) que desee utilizar para sus funciones. 
El bucket de Amazon S3 es su almacenamiento sin conexión. El siguiente código usa el bucket 
SageMaker predeterminado y le agrega un prefijo personalizado.

Note

El rol que utilice para ejecutar el cuaderno debe tener asociadas las siguientes políticas 
administradas: AmazonS3FullAccess y AmazonSageMakerFeatureStoreAccess. Para 
obtener información sobre cómo añadir políticas a su función de IAM, consulte. Adición de 
políticas al rol de IAM

# SageMaker Python SDK version 2.x is required
import sagemaker
import sys

import boto3
import pandas as pd
import numpy as np
import io
from sagemaker.session import Session
from sagemaker import get_execution_role
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prefix = 'sagemaker-featurestore-introduction'
role = get_execution_role()

sagemaker_session = sagemaker.Session()
region = sagemaker_session.boto_region_name
s3_bucket_name = sagemaker_session.default_bucket()

Paso 2: Inspeccionar los datos

En este ejemplo de cuaderno, ingerimos datos sintéticos del GitHub repositorio que aloja el cuaderno 
completo.

customer_data = pd.read_csv("data/feature_store_introduction_customer.csv")
orders_data = pd.read_csv("data/feature_store_introduction_orders.csv")

print(customer_data.head())
print(orders_data.head())

El siguiente diagrama ilustra los pasos que siguen los datos antes de que Feature Store los ingiera. 
En este cuaderno, ilustramos el caso de uso en el que tiene datos de varias fuentes y desea 
almacenarlos de forma independiente en un Feature Store. El ejemplo considera los datos de un 
almacenamiento de datos (datos de clientes) y los datos de un servicio de transmisión en tiempo real 
(datos de pedidos).
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Paso 3: Crear grupos de características

En primer lugar, cree nombres de grupo de características para customer_data y orders_data. 
A continuación, creamos dos grupos de funciones, uno para customer_data y otro 
paraorders_data:

import time
from time import strftime, gmtime
customers_feature_group_name = 'customers-feature-group-' + strftime('%d-%H-%M-%S', 
 gmtime())
orders_feature_group_name = 'orders-feature-group-' + strftime('%d-%H-%M-%S', gmtime())

Crea una instancia de un FeatureGroup objeto para customers_data y: orders_data

from sagemaker.feature_store.feature_group import FeatureGroup

customers_feature_group = FeatureGroup( 
    name=customers_feature_group_name, sagemaker_session=sagemaker_session
)
orders_feature_group = FeatureGroup( 
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    name=orders_feature_group_name, sagemaker_session=sagemaker_session
)

import time
current_time_sec = int(round(time.time()))
record_identifier_feature_name = "customer_id"

Anexe una característica EventTime a su marco de datos. Este parámetro es obligatorio y marca la 
hora de cada punto de datos:

customer_data["EventTime"] = pd.Series([current_time_sec]*len(customer_data), 
 dtype="float64")
orders_data["EventTime"] = pd.Series([current_time_sec]*len(orders_data), 
 dtype="float64")

Cargue las definiciones de funciones en su grupo de funciones:

customers_feature_group.load_feature_definitions(data_frame=customer_data)
orders_feature_group.load_feature_definitions(data_frame=orders_data)

Lo siguiente requiere create crear dos grupos de funciones customers_feature_group
yorders_feature_group, respectivamente:

customers_feature_group.create( 
    s3_uri=f"s3://{s3_bucket_name}/{prefix}", 
    record_identifier_name=record_identifier_feature_name, 
    event_time_feature_name="EventTime", 
    role_arn=role, 
    enable_online_store=True
)

orders_feature_group.create( 
    s3_uri=f"s3://{s3_bucket_name}/{prefix}", 
    record_identifier_name=record_identifier_feature_name, 
    event_time_feature_name="EventTime", 
    role_arn=role, 
    enable_online_store=True
)

Para confirmar que se creó su grupo de características, lo mostramos mediante
DescribeFeatureGroup las ListFeatureGroups API:
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customers_feature_group.describe()

orders_feature_group.describe()

sagemaker_session.boto_session.client('sagemaker', 
 region_name=region).list_feature_groups() # We use the boto client to list 
 FeatureGroups

Paso 4: Ingerir datos en un grupo de características

Una vez creados los grupos de entidades, podemos incluir datos en ellos. Si utilizas la llamada a 
la API SageMakerAWS SDK for Python (Boto3), usa la llamada a la ingest API. Si utilizas el SDK 
para Python (Boto3), utiliza la API. PutRecord Se tardará menos de un minuto en ingerir datos en 
estas dos opciones. Este ejemplo usa el SageMaker SDK para Python (Boto3), por lo que usa la 
llamada a la API: ingest

def check_feature_group_status(feature_group): 
    status = feature_group.describe().get("FeatureGroupStatus") 
    while status == "Creating": 
        print("Waiting for Feature Group to be Created") 
        time.sleep(5) 
        status = feature_group.describe().get("FeatureGroupStatus") 
    print(f"FeatureGroup {feature_group.name} successfully created.")

check_feature_group_status(customers_feature_group)
check_feature_group_status(orders_feature_group)

customers_feature_group.ingest( 
    data_frame=customer_data, max_workers=3, wait=True
)

orders_feature_group.ingest( 
    data_frame=orders_data, max_workers=3, wait=True
)

Se usa un identificador de registro de cliente arbitrario, 573291, y se usa get_record para 
comprobar que los datos se hayan incorporado al grupo de características.

customer_id = 573291
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sample_record = sagemaker_session.boto_session.client('sagemaker-featurestore-runtime', 
 region_name=region).get_record(FeatureGroupName=customers_feature_group_name, 
 RecordIdentifierValueAsString=str(customer_id))

print(sample_record)

A continuación, se muestra cómo utilizar el batch_get_record para obtener un lote de registros.

all_records = sagemaker_session.boto_session.client( 
    "sagemaker-featurestore-runtime", region_name=region
).batch_get_record( 
    Identifiers=[ 
        { 
            "FeatureGroupName": customers_feature_group_name, 
            "RecordIdentifiersValueAsString": ["573291", "109382", "828400", "124013"], 
        }, 
        { 
            "FeatureGroupName": orders_feature_group_name, 
            "RecordIdentifiersValueAsString": ["573291", "109382", "828400", "124013"], 
        }, 
    ]
)

print(all_records)

Paso 5: Eliminar

Aquí eliminamos los grupos de funciones que hemos creado.

customers_feature_group.delete()
orders_feature_group.delete()

Paso 6: Siguientes pasos

En este cuaderno de ejemplo, ha aprendido a empezar a utilizar Feature Store, a crear grupos de 
entidades y a introducir datos en ellos.

Para ver un ejemplo avanzado sobre cómo usar Feature Store para un caso práctico de detección de 
fraudes, consulta Detección de fraudes con Feature Store.
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Paso 7: Ejemplos de código para programadores

En este cuaderno se utilizan una variedad de llamadas a la API diferentes. Se puede acceder a la 
mayoría de ellos a través del SDK de SageMaker Python, sin embargo, algunos solo existen en 
Boto3. Puedes invocar las llamadas a la API del SDK de SageMaker Python directamente en tus 
objetos de Feature Store, mientras que para invocar las llamadas a la API que existen en Boto3, 
primero debes acceder a un cliente de Boto3 a través de tus sesiones de Boto3 y, por ejemplo,. 
SageMaker sagemaker_session.boto_session.client()

La siguiente es una lista de las llamadas a la API para este bloc de notas. Estas llamadas existen 
dentro de Boto3 SDK for Python y existen en él, como referencia:

Llamadas a la API del SDK para Python (Boto3)

describe()
ingest()
delete()
create()
load_feature_definitions()

Llamadas a la API de Boto3

list_feature_groups()
get_record()

Cuaderno de ejemplo de detección de fraudes con el almacén de características

El código de ejemplo de esta página hace referencia al cuaderno de ejemplo: Detección de fraude 
con Amazon SageMaker Feature Store. Le recomendamos que ejecute este bloc de notas en Studio 
Classic, en instancias de notebook o en Jupyter, Lab ya que el código de esta guía es conceptual y 
no es completamente funcional si se copia.

Utilice lo siguiente para clonar el amazon-sagemaker-examples GitHub repositorio aws/, que 
contiene el cuaderno de ejemplo.

• Para Studio Classic

Inicie primero Studio Classic. Puedes abrir Studio Classic si Studio o Studio Classic están 
habilitados como experiencia predeterminada. Para abrir Studio Classic, consulteInicie Studio 
Classic con Amazon SageMaker Console.
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Para clonar el amazon-sagemaker-examples GitHub repositorio aws/ en Studio Classic, siga los 
pasos que se indican a continuación. Clonar un repositorio de Git en SageMaker Studio Classic

• Para instancias de Amazon SageMaker Notebook

En primer lugar, inicie la instancia de SageMaker Notebook siguiendo las instrucciones deAcceso a 
instancias de cuaderno.

Compruebe si los ejemplos ya están en sus libretas siguiendo las instrucciones que aparecen 
enEjemplo de cuadernos. Si no es así, sigue las instrucciones que se indican enAñade un 
repositorio de Git a tu SageMaker cuenta de Amazon.

Ahora que tienes los cuadernos de SageMaker ejemplo, navega hasta el amazon-sagemaker-
examples/sagemaker-featurestore directorio y abre el cuaderno de ejemplo de Fraud 
Detection with Amazon SageMaker Feature Store.

Paso 1: Configura tu sesión en Feature Store

Para empezar a usar Feature Store, cree una SageMaker sesión, una sesión de Boto3 y 
una sesión de Feature Store. Además, configure el bucket de S3 que desea utilizar para sus 
características. Este es su almacenamiento sin conexión. El siguiente código usa el bucket 
SageMaker predeterminado y le agrega un prefijo personalizado.

Note

El rol que utilice para ejecutar el cuaderno debe tener asociadas las 
siguientes políticas administradas: AmazonSageMakerFullAccess y
AmazonSageMakerFeatureStoreAccess. Para obtener información sobre cómo añadir 
políticas a su función de IAM, consulte. Adición de políticas al rol de IAM

import boto3
import sagemaker
from sagemaker.session import Session

sagemaker_session = sagemaker.Session()
region = sagemaker_session.boto_region_name
boto_session = boto3.Session(region_name=region)
role = sagemaker.get_execution_role()
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default_bucket = sagemaker_session.default_bucket()
prefix = 'sagemaker-featurestore'
offline_feature_store_bucket = 's3://{}/{}'.format(default_bucket, prefix)

sagemaker_client = boto_session.client(service_name='sagemaker', region_name=region)
featurestore_runtime = boto_session.client(service_name='sagemaker-featurestore-
runtime', region_name=region)

feature_store_session = Session( 
    boto_session=boto_session, 
    sagemaker_client=sagemaker_client, 
    sagemaker_featurestore_runtime_client=featurestore_runtime
)

Paso 2: Cargar el conjuntos de datos y datos de partición a grupos de características

Cargue los datos en marcos de datos para cada una de sus características. Utilizará estos marcos de 
datos después de configurar el grupo de características. En el ejemplo de detección de fraude, puede 
ver estos pasos en el siguiente código.

import numpy as np
import pandas as pd
import matplotlib.pyplot as plt
import io

s3_client = boto3.client(service_name='s3', region_name=region)

fraud_detection_bucket_name = 'sagemaker-featurestore-fraud-detection'
identity_file_key = 'sampled_identity.csv'
transaction_file_key = 'sampled_transactions.csv'

identity_data_object = s3_client.get_object(Bucket=fraud_detection_bucket_name, 
 Key=identity_file_key)
transaction_data_object = s3_client.get_object(Bucket=fraud_detection_bucket_name, 
 Key=transaction_file_key)

identity_data = pd.read_csv(io.BytesIO(identity_data_object['Body'].read()))
transaction_data = pd.read_csv(io.BytesIO(transaction_data_object['Body'].read()))

identity_data = identity_data.round(5)
transaction_data = transaction_data.round(5)

identity_data = identity_data.fillna(0)
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transaction_data = transaction_data.fillna(0)

# Feature transformations for this dataset are applied before ingestion into 
 FeatureStore.
# One hot encode card4, card6
encoded_card_bank = pd.get_dummies(transaction_data['card4'], prefix = 'card_bank')
encoded_card_type = pd.get_dummies(transaction_data['card6'], prefix = 'card_type')

transformed_transaction_data = pd.concat([transaction_data, encoded_card_type, 
 encoded_card_bank], axis=1)
transformed_transaction_data = 
 transformed_transaction_data.rename(columns={"card_bank_american express": 
 "card_bank_american_express"})

Paso 3: Configurar grupos de características

Al configurar los grupos de características, debe personalizar los nombres de las características con 
un nombre único y configurar cada grupo de características con la clase FeatureGroup.

from sagemaker.feature_store.feature_group import FeatureGroup
feature_group_name = "some string for a name"
feature_group = FeatureGroup(name=feature_group_name, 
 sagemaker_session=feature_store_session)

Por ejemplo, en el ejemplo de detección de fraude, los dos grupos de características son identity
y transaction. En el siguiente código, puede ver cómo se personalizan los nombres con una 
marca temporal y, a continuación, cada grupo se configura pasando el nombre y la sesión.

import time
from time import gmtime, strftime, sleep
from sagemaker.feature_store.feature_group import FeatureGroup

identity_feature_group_name = 'identity-feature-group-' + strftime('%d-%H-%M-%S', 
 gmtime())
transaction_feature_group_name = 'transaction-feature-group-' + strftime('%d-%H-%M-%S', 
 gmtime())

identity_feature_group = FeatureGroup(name=identity_feature_group_name, 
 sagemaker_session=feature_store_session)
transaction_feature_group = FeatureGroup(name=transaction_feature_group_name, 
 sagemaker_session=feature_store_session)
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Paso 4: Configurar el identificador de registros y las características de hora del evento

En este paso, especificará un nombre de identificador de registro y un nombre de característica 
de hora del evento. Este nombre se asigna a la columna de las características correspondientes 
de los datos. Por ejemplo, en el ejemplo de detección de fraude, la columna de interés es
TransactionID. EventTime se pueden anexar a los datos cuando no hay una marca temporal 
disponible. En el siguiente código, puede ver cómo se configuran estas variables y, a continuación,
EventTime se anexa a los datos de ambas características.

record_identifier_name = "TransactionID"
event_time_feature_name = "EventTime"
current_time_sec = int(round(time.time()))
identity_data[event_time_feature_name] = 
 pd.Series([current_time_sec]*len(identity_data), dtype="float64")
transformed_transaction_data[event_time_feature_name] = 
 pd.Series([current_time_sec]*len(transaction_data), dtype="float64")

Paso 5: Cargar definiciones de características

Ahora puede cargar las definiciones de las características pasando un marco de datos que 
contenga los datos de las características. En el siguiente código del ejemplo de detección de 
fraude, la característica de identidad y la característica de transacción se cargan mediante
load_feature_definitions, y esta función detecta automáticamente el tipo de datos de cada 
columna de datos. Los desarrolladores que utilizan un esquema en lugar de la detección automática 
pueden consultar el ejemplo de código de exportar grupos de características desde Data Wrangler
que muestra cómo cargar el esquema, asignarlo y agregarlo como una FeatureDefinition que 
puede usar para crear el FeatureGroup. En este ejemplo también se describe una AWS SDK for 
Python (Boto3) implementación, que puede usar en lugar del SDK de SageMaker Python.

identity_feature_group.load_feature_definitions(data_frame=identity_data); # output is 
 suppressed
transaction_feature_group.load_feature_definitions(data_frame=transformed_transaction_data); 
 # output is suppressed

Paso 6: Crear un grupo de características

En este paso, utilizará la función create para crear el grupo de características. El ejemplo de código 
siguiente muestra todos los parámetros disponibles. El almacenamiento en línea no se crea de 
forma predeterminada, por lo que debe establecer esto en True si desea habilitarlo. El s3_uri es la 
ubicación del bucket de S3 del almacenamiento sin conexión.
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# create a FeatureGroup
feature_group.create( 
    description = "Some info about the feature group", 
    feature_group_name = feature_group_name, 
    record_identifier_name = record_identifier_name, 
    event_time_feature_name = event_time_feature_name, 
    feature_definitions = feature_definitions, 
    role_arn = role, 
    s3_uri = offline_feature_store_bucket, 
    enable_online_store = True, 
    online_store_kms_key_id = None, 
    offline_store_kms_key_id = None, 
    disable_glue_table_creation = False, 
    data_catalog_config = None, 
    tags = ["tag1","tag2"])

El siguiente código del ejemplo de detección de fraude muestra una llamada create mínima para 
cada uno de los dos grupos de características que se están creando.

identity_feature_group.create( 
    s3_uri=offline_feature_store_bucket, 
    record_identifier_name=record_identifier_name, 
    event_time_feature_name=event_time_feature_name, 
    role_arn=role, 
    enable_online_store=True
)

transaction_feature_group.create( 
    s3_uri=offline_feature_store_bucket, 
    record_identifier_name=record_identifier_name, 
    event_time_feature_name=event_time_feature_name, 
    role_arn=role, 
    enable_online_store=True
)

Al crear un grupo de características, se tarda un tiempo en cargar los datos y hay que esperar a que 
se cree el grupo de características para poder usarlo. Puede comprobar el estado con los métodos 
siguientes.

status = feature_group.describe().get("FeatureGroupStatus")
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Mientras se crea el grupo de características, recibe Creating como respuesta. Cuando este 
paso haya finalizado correctamente, la respuesta será Created. Otros estados posibles son
CreateFailed, Deleting oDeleteFailed.

Paso 7: Trabajar con grupos de características

Ahora que ha configurado el grupo de características, puede realizar cualquiera de las siguientes 
tareas:

Temas

• Describir un grupo de características

• Enumerar grupos de características

• Colocar registros en un grupo de características

• Obtener un registro de un grupo de características

• Generar comandos Hive DDL

• Crear un conjunto de datos de entrenamiento

• Escribir y ejecutar una consulta de Athena

• Eliminar un grupo de características

Describir un grupo de características

Puede recuperar información sobre su grupo de características con la función describe.

feature_group.describe()

Enumerar grupos de características

Puede enumerar todos sus grupos de características con la función list_feature_groups.

sagemaker_client.list_feature_groups()

Colocar registros en un grupo de características

Puede utilizar la función ingest para cargar los datos de sus características. Se pasa un marco 
de datos de características, se establece el número de trabajadores y se elige si se espera a que 
regrese o no. El siguiente ejemplo muestra el uso de la función ingest.

feature_group.ingest( 
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    data_frame=feature_data, max_workers=3, wait=True
)

Para cada grupo de características que tenga, ejecute la función ingest en los datos de las 
características que desee cargar.

Obtener un registro de un grupo de características

Puede utilizar la función get_record para recuperar los datos de una característica específica 
mediante su identificador de registro. En el siguiente ejemplo, se utiliza un identificador de ejemplo 
para recuperar el registro.

record_identifier_value = str(2990130)
featurestore_runtime.get_record(FeatureGroupName=transaction_feature_group_name, 
 RecordIdentifierValueAsString=record_identifier_value)

Un ejemplo de respuesta del ejemplo de detección de fraude:

...
'Record': [{'FeatureName': 'TransactionID', 'ValueAsString': '2990130'}, 
  {'FeatureName': 'isFraud', 'ValueAsString': '0'}, 
  {'FeatureName': 'TransactionDT', 'ValueAsString': '152647'}, 
  {'FeatureName': 'TransactionAmt', 'ValueAsString': '75.0'}, 
  {'FeatureName': 'ProductCD', 'ValueAsString': 'H'}, 
  {'FeatureName': 'card1', 'ValueAsString': '4577'},
...

Generar comandos Hive DDL

La FeatureStore clase del SDK de SageMaker Python también proporciona la funcionalidad para 
generar comandos DDL de Hive. El esquema de la tabla se genera en función de las definiciones de 
las características. Las columnas reciben el nombre de la característica y el tipo de datos se infiere 
en función del tipo de característica.

print(feature_group.as_hive_ddl())

Ejemplo de salida:

CREATE EXTERNAL TABLE IF NOT EXISTS sagemaker_featurestore.identity-feature-
group-27-19-33-00 ( 
  TransactionID INT 
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  id_01 FLOAT 
  id_02 FLOAT 
  id_03 FLOAT 
  id_04 FLOAT 
 ...

Crear un conjunto de datos de entrenamiento

El almacén de características crea automáticamente un catálogo de datos de AWS Glue a través 
de la creación de grupos de características. Puede desactivar esto si lo desea. A continuación, se 
describe cómo crear un único conjunto de datos de entrenamiento con valores de características 
de grupos de características de identidades y de transacciones creados anteriormente en este 
tema. Además, a continuación se describe cómo ejecutar una consulta de Amazon Athena para 
unir los datos almacenados en el almacenamiento sin conexión de los grupos de características de 
identidades y transacciones.

Para empezar, cree una consulta de Athena utilizando athena_query() tanto para los grupos de 
características de identidades como de transacciones. El `table_name` es la tabla de AWS Glue que 
genera automáticamente el almacén de características.

identity_query = identity_feature_group.athena_query()
transaction_query = transaction_feature_group.athena_query()

identity_table = identity_query.table_name
transaction_table = transaction_query.table_name

Escribir y ejecutar una consulta de Athena

Escribirá la consulta con SQL en estos grupos de características y, a continuación, ejecutará la 
consulta con el comando .run() y especificará la ubicación del bucket de Amazon S3 donde 
guardará el conjunto de datos.

# Athena query
query_string = 'SELECT * FROM "'+transaction_table+'" LEFT JOIN "'+identity_table+'" ON 
 "'+transaction_table+'".transactionid = "'+identity_table+'".transactionid'

# run Athena query. The output is loaded to a Pandas dataframe.
dataset = pd.DataFrame()
identity_query.run(query_string=query_string, 
 output_location='s3://'+default_s3_bucket_name+'/query_results/')
identity_query.wait()
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dataset = identity_query.as_dataframe()

A partir de aquí, puede entrenar un modelo con este conjunto de datos y, a continuación, realizar una 
inferencia.

Eliminar un grupo de características

Puede eliminar un grupo de características con la función delete.

feature_group.delete()

El siguiente ejemplo de código proviene del ejemplo de detección de fraude.

identity_feature_group.delete()
transaction_feature_group.delete()

Para obtener más información, consulte la API para eliminar un grupo de funciones.

Uso de Amazon SageMaker Feature Store en la consola

Puedes usar Amazon SageMaker Feature Store en la consola para crear, ver, actualizar y monitorear 
tus grupos de características. En esta guía, la supervisión incluye la visualización de las ejecuciones 
en proceso y el linaje de los grupos de características. Esta guía proporciona instrucciones sobre 
cómo realizar estas tareas desde la consola.

Para ver ejemplos y recursos de Feature Store que utilizan las SageMaker API de Amazon yAWS 
SDK for Python (Boto3), consulteRecursos de Amazon SageMaker Feature Store.

Temas

• Cree un grupo de características desde la consola

• Vea los detalles del grupo de características desde la consola

• Actualiza un grupo de características desde la consola

• Consulta las ejecuciones en canalización desde la consola

• Vea el linaje desde la consola

Cree un grupo de características desde la consola

El proceso de creación de un grupo de características consta de cuatro pasos:
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1. Ingresar la información del grupo de características.

2. Ingresar las definiciones de características.

3. Ingresar las características necesarias.

4. Ingresar las etiquetas de los grupos de características.

Considera cuál de las siguientes opciones se adapta a tu caso de uso:

• Cree un almacenamiento en línea, un almacenamiento sin conexión o ambos. Para obtener más 
información sobre las diferencias entre las tiendas online y offline, consulteConceptos del almacén 
de características.

• Use una clave de AWS Key Management Service predeterminada o su propia clave de KMS. 
La clave predeterminada es la clave de AWS KMS (SSE-KMS). Puede reducir los costos de las 
solicitudes de AWS KMS si configura el uso de claves de bucket de Amazon S3 en el bucket 
de Amazon S3 del almacenamiento sin conexión. La clave de bucket de Amazon S3 debe estar 
habilitada antes de utilizar el bucket para sus grupos de características. Para obtener más 
información sobre cómo reducir el coste mediante el uso de claves de bucket de Amazon S3, 
consulte Reducir el coste de SSE-KMS con claves de bucket de Amazon S3.

Puede usar la misma clave para el almacenamiento sin conexión y en línea, o tener una clave 
única para cada uno. Para obtener más información acerca de AWS KMS, consulte AWS Key 
Management Service.

• Si crea un almacenamiento sin conexión:

• Decida si quiere crear un bucket de Amazon S3 o utilizar uno existente. Si utiliza uno existente, 
debe conocer la URL del bucket de Amazon S3 o el nombre del bucket de Amazon S3 y el 
nombre del directorio del conjunto de datos, si corresponde.

• Elija qué nombre de recurso de Amazon (ARN) desea utilizar para especificar la función de 
IAM. Para obtener más información sobre cómo encontrar su función y las políticas asociadas, 
consulte. Adición de políticas al rol de IAM

• Decida si desea utilizar el formato AWS Glue (predeterminado) o de Apache Iceberg tabla. En 
la mayoría de los casos de uso, se utiliza el formato de Apache Iceberg tabla. Para obtener más 
información sobre los formatos de tabla, consulteUso del almacén de características con el SDK 
para Python (Boto3).
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Puede utilizar la consola para ver el linaje de un grupo de características. Las instrucciones para 
usar Feature Store en la consola varían en función de si está habilitada Amazon SageMaker Studio o
Amazon SageMaker Studio Clásico es la experiencia predeterminada.

Crea grupos de funciones si Studio es tu experiencia predeterminada (consola)

1. Abre la consola de Studio siguiendo las instrucciones que se indican enLanza Amazon 
SageMaker Studio.

2. Selecciona Datos en el panel de navegación izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, elija Almacén de características.

4. Elija Crear grupo de características.

5. En Detalles del grupo de características, ingrese un nombre para el grupo de características.

6. De forma opcional, ingrese una descripción del grupo de características.

7. En Configuración de almacenamiento de grupos de funciones, elija una configuración de 
almacenamiento de la lista desplegable. Para obtener información sobre las configuraciones de 
almacenamiento, consulteConfiguraciones de almacenamiento del almacén de características.

8. Si ha elegido habilitar el almacenamiento en línea:

a. Si solo habilitas el almacenamiento online, puedes elegir un tipo de almacenamiento en 
la lista desplegable. Para obtener información sobre los tipos de almacenamiento de las 
tiendas en línea, consulteAlmacenamiento en línea.

b. (Opcional) Aplique el tiempo de vida (TTL) activando el interruptor y especificando el 
valor y la unidad de duración del tiempo de vida. Esto actualizará la duración del TTL 
predeterminada para todos los registros que se agreguen al grupo de características
una vez creado el grupo de características. Para obtener más información sobre el TTL, 
consulte. Duración del tiempo de vida (TTL) de los registros

9. Si ha elegido habilitar el almacenamiento sin conexión:

a. En el nombre del bucket de Amazon S3, introduce un nuevo nombre de bucket o introduce 
una URL de bucket existente manualmente.

b. En la lista desplegable Formato de tabla, elija el formato de la tabla. En la mayoría de 
los casos de uso, debes usar el formato de Apache Iceberg tabla. Para obtener más 
información sobre los formatos de tabla, consulteUso del almacén de características con el 
SDK para Python (Boto3).
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c. En ARN del rol de IAM, elija el ARN del rol de IAM que desee asociar a este grupo de 
características. Para obtener más información sobre cómo encontrar su función y las 
políticas asociadas, consulteAdición de políticas al rol de IAM.

d. Si ha elegido habilitar el formato de tabla de almacenamiento sin conexión y el formato
de tabla AWS Glue (predeterminado), en Catálogo de datos, puede elegir una de las dos 
opciones siguientes:

• Utilice los valores predeterminados para su AWS Glue Data Catalog.

• Proporcione el nombre del catálogo de datos actual, el nombre de la tabla y el nombre de 
la base de datos para ampliar el existenteAWS Glue Data Catalog.

10. En la lista desplegable Clave de cifrado de tienda online o Clave de cifrado de tienda offline, elija 
una de las siguientes opciones:

• Uso AWS gestionado AWS KMS key (predeterminado)

• Introduzca un AWS KMS key ARN e introduzca su AWS KMS clave ARN en la clave de
cifrado de la tienda fuera de línea ARN. Para obtener más información sobre AWS KMS, 
consulte AWS Key Management Service.

11. Si corresponde, tendrás la opción de elegir tu modo de procesamiento, lo que afectará a la 
forma en que se te cobrará. En el modo de rendimiento, elija un modo de la lista desplegable 
e introduzca las capacidades de lectura y escritura cuando estén disponibles. Para obtener 
información sobre los modos de rendimiento, por ejemplo, cuándo se puede aplicar el modo y 
las unidades de capacidad, consulte. Modos de rendimiento

12. Después de especificar toda la información requerida, aparecerá el botón Continuar. Elija
Continuar.

13. En Especificar definiciones de características, tiene dos opciones para proporcionar un esquema 
para sus características: un editor JSON o un editor de tablas.

• Editor JSON: en la pestaña JSON, introduce o copia y pega las definiciones de las funciones 
en formato JSON.

• Editor de tablas: en la pestaña Tabla, introduzca el nombre de la entidad y elija el tipo 
de datos correspondiente para cada entidad de su grupo de entidades. Elija + Agregar 
definiciones de características para incluir más características. Tenga en cuenta que no puede 
eliminar las definiciones de entidades de sus grupos de entidades. Sin embargo, puede añadir 
y actualizar las definiciones de entidades una vez creado el grupo de entidades.
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Debe haber al menos dos entidades en un grupo de entidades que representen el identificador 
del registro y la hora del evento:

• El tipo de entidad de registro puede ser una cadena, una fracción o una integral.

• El tipo de entidad de la hora del evento debe ser una cadena o una fracción. Sin embargo, si 
ha elegido el formato de Iceberg tabla, la hora del evento debe ser una cadena.

14. Una vez incluidas todas las funciones, elija Continuar.

15. En Seleccione las funciones requeridas, debe especificar el identificador del registro y las 
características de la hora del evento. Para ello, elija el nombre de la función en las listas 
desplegables Nombre de función del identificador de registro y Nombre de función de hora del 
evento, respectivamente.

16. Después de elegir el identificador de registro y las funciones de hora del evento, elija Continuar.

17. (Opcional) Para añadir etiquetas al grupo de entidades, elija Añadir nueva etiqueta. A 
continuación, introduzca una clave de etiqueta y el valor correspondiente en Clave y Valor, 
respectivamente.

18. Elija Continuar.

19. En Revisar el grupo de características, revise la información del grupo de características. Para 
editar cualquier paso, pulse el botón Editar que corresponda a ese paso. Esto le lleva al paso de 
edición correspondiente. Para volver al paso 5, elija Continuar hasta volver al paso 5.

20. Tras finalizar la configuración del grupo de entidades, elija Crear grupo de entidades.

Si se produce un problema durante la configuración, aparece un mensaje de alerta emergente 
en la parte inferior de la página con consejos para resolver el problema. Para volver a los pasos 
anteriores para solucionar los problemas, selecciona Editar en el paso con conflictos.

Cuando el grupo de funciones se haya creado correctamente, aparecerá un mensaje emergente 
verde en la parte inferior de la página. El nuevo grupo de entidades también aparece en su 
catálogo de grupos de entidades.

Vea los detalles del grupo de características desde la consola

Puede ver los detalles de sus grupos de características después de que un grupo de características 
se haya creado correctamente en el Feature Store.
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Puedes usar la consola o la API de Amazon SageMaker Feature Store para ver los detalles de tu 
grupo de características. Las instrucciones para usar Feature Store a través de la consola dependen 
de si la has activado Amazon SageMaker Studio o Amazon SageMaker Studio Clásico si es tu 
experiencia predeterminada.

Consulta los detalles del grupo de funciones si Studio es tu experiencia predeterminada (consola)

1. Abre la consola de Studio siguiendo las instrucciones que se indican enLanza Amazon 
SageMaker Studio.

2. Seleccione Datos en el panel de navegación izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, elija Almacén de características.

4. (Opcional) Para ver tus grupos de funciones, selecciona Mi cuenta. Para ver los grupos de 
funciones compartidos, selecciona Cuenta cruzada.

5. En la pestaña del Catálogo de grupos de características, elija el nombre de su grupo de 
características de la lista. Se abrirá la página del grupo de características.

6. En la pestaña Características, encontrará una lista de todas las características. Use el filtro para 
refinar la lista. Elija una característica para ver sus detalles.

7. En la pestaña Detalles y en la subpestaña Información, puede revisar la información de su grupo 
de características. Esto incluye la ejecución más reciente, la configuración de almacenamiento 
sin conexión, la configuración de almacenamiento en línea y más.

8. En la pestaña Detalles y la subpestaña Etiquetas, puede revisar las etiquetas de sus grupos de 
características. Elija Agregar nueva etiqueta para agregar una nueva etiqueta o Eliminar para 
eliminar una etiqueta.

9. En la pestaña Ejecuciones en canalización, puedes ver las canalizaciones o ejecuciones de 
canalizaciones asociadas a tu grupo de características.

10. En la pestaña Linaje, puedes ver el linaje de tu grupo de características.

Actualiza un grupo de características desde la consola

Puede actualizar sus grupos de entidades una vez que se haya creado correctamente un grupo de 
entidades en el Feature Store.

Puedes usar la consola o la API de Amazon SageMaker Feature Store para actualizar un grupo de 
características. Las instrucciones para usar Feature Store a través de la consola dependen de si la 
has activado Amazon SageMaker Studio o Amazon SageMaker Studio Clásico si es tu experiencia 
predeterminada.
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Actualiza un grupo de funciones si Studio es tu experiencia predeterminada (consola)

1. Abre la consola de Studio siguiendo las instrucciones que se indican enLanza Amazon 
SageMaker Studio.

2. Seleccione Datos en el panel de navegación izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, elija Almacén de características.

4. (Opcional) Para ver tus grupos de funciones, selecciona Mi cuenta. Para ver los grupos de 
funciones compartidos, selecciona Cuenta cruzada.

5. En la pestaña del Catálogo de grupos de características, busque y elija el nombre de su grupo 
de características de la lista. Se abrirá la página del grupo de características.

6. Elija Actualizar grupo de características.

7. (Opcional) Si corresponde, puedes cambiar el modo de procesamiento, lo que afectará a la 
forma en que se te cobrará. En el modo de rendimiento, elija un modo de la lista desplegable 
e introduzca las capacidades de lectura y escritura cuando estén disponibles. Para obtener 
información sobre los modos de rendimiento, por ejemplo, cuándo se puede aplicar el modo y 
las unidades de capacidad, consulte. Modos de rendimiento

8. De forma opcional, si el grupo de características usa el almacenamiento en línea, puede 
actualizar el Tiempo de vida (TTL) predeterminado. Si el TTL no está habilitado para el grupo 
de características, mueva el botón bajo Tiempo de vida (TTL) a Activado. Puede especificar el 
valor y la unidad del TTL en Duración del tiempo de vida. Esto actualizará la duración del TTL 
predeterminada para todos los registros que se agreguen al grupo de características una vez 
actualizado el grupo de características.

9. De forma opcional, puede agregar definiciones de características al grupo de características, 
pero tenga en cuenta que no puede eliminar definiciones de características de los grupos de 
características. Para añadir una definición de función, seleccione + Añadir definición de función
y, a continuación, especifique el nombre de la nueva definición de función en la columna Nombre
y seleccione el tipo de función en la columna Tipo de función.

10. Elija Guardar cambios.

11. Para confirmar los cambios, seleccione Confirmar.

Consulta las ejecuciones en canalización desde la consola

Puedes ver la información más reciente sobre la ejecución de una canalización de una función o 
un grupo de características en Ejecuciones de canalización. También puedes obtener enlaces a 
canalizaciones, ejecuciones, código y otra información útil sobre la ejecución.
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Puedes usar la consola para ver las ejecuciones de tus canalizaciones. Las instrucciones para usar 
Feature Store a través de la consola dependen de si la has activado Amazon SageMaker Studio o
Amazon SageMaker Studio Clásico si es tu experiencia predeterminada.

Consulta las ejecuciones en proceso si Studio es tu experiencia predeterminada (consola)

1. Abre la consola de Studio siguiendo las instrucciones que se indican enLanza Amazon 
SageMaker Studio.

2. Seleccione Datos en el panel de navegación izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, elija Almacén de características.

4. (Opcional) Para ver tus grupos de funciones, selecciona Mi cuenta. Para ver los grupos de 
funciones compartidos, selecciona Cuenta cruzada.

5. Elija un grupo de funciones o una función para ver sus ejecuciones en proceso.

6. Elija la pestaña Ejecuciones de canalizaciones.

7. Busque una canalización en la lista desplegable Seleccionar una canalización.

8. Puedes ver los enlaces a la canalización, la ejecución y los detalles del código. También puedes 
ver el propietario, el estado, la fecha y la duración de la ejecución.

Vea el linaje desde la consola

Puede ver el linaje de un grupo de características. El linaje incluye la información sobre el código 
de ejecución del flujo de trabajo de procesamiento de características, los orígenes de datos que se 
utilizaron y la forma en que se incorporaron al grupo de características o a la característica.

Puede usar la consola para ver el linaje de un grupo de características. Las instrucciones sobre 
el uso de Feature Store a través de la consola dependen de si la ha activado Amazon SageMaker 
Studio o Amazon SageMaker Studio Clásico es la experiencia predeterminada.

Consulta el linaje si Studio es tu experiencia predeterminada (consola)

1. Abre la consola de Studio siguiendo las instrucciones que se indican enLanza Amazon 
SageMaker Studio.

2. Selecciona Datos en el panel de navegación izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, elija Almacén de características.

4. (Opcional) Para ver tus grupos de funciones, selecciona Mi cuenta. Para ver los grupos de 
funciones compartidos, selecciona Cuenta cruzada.
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5. Elija un grupo de características o una entidad para ver los detalles de su linaje.

6. Elija la pestaña Linaje.

7. Elija un grupo de características o un nodo de canalización para ampliar el nodo. Contiene más 
información sobre un grupo de características o canalización.

8. Puede acercar, alejar o volver a centrar el gráfico de linaje mediante los botones de la parte 
inferior izquierda de la pantalla.

9. Puede desplazarse por el mapa de linaje si lo desea y arrastrar la pantalla. Para mover los 
mapas de linaje utilizando los nodos como punto focal, puede pulsar la tecla Tab o Shift+Tab
para cambiar de un nodo a otro.

10. Si corresponde, puedes navegar por el linaje aguas arriba (a la izquierda, antes) o aguas abajo 
(a la derecha, más reciente). Para ello, elija un nodo y, a continuación, elija Query upstream 
linage o Query downstream linage.

Eliminar un grupo de características

Puedes usar la consola o la API de Amazon SageMaker Feature Store para eliminar tu grupo de 
características. Las instrucciones para usar Feature Store a través de la consola dependen de si has 
activado Studio o Studio Classic como experiencia predeterminada. Para obtener más información 
sobre las diferencias entre ambas opciones o sobre cómo cambiar la configuración predeterminada, 
consulteAmazon SageMaker Studio.

En las siguientes secciones se proporciona información general sobre cómo eliminar un grupo de 
entidades.

Temas

• Elimine un grupo de características mediante la consola

• Ejemplo de código de Python para eliminar un grupo de características

Elimine un grupo de características mediante la consola

En esta sección, se muestran dos formas de eliminar un grupo de funciones en la consola, según la 
experiencia predeterminada: Studio o Studio Classic.

Eliminar un grupo de características 2583



Amazon SageMaker Guía para desarrolladores

Elimine un grupo de funciones si Studio es su experiencia predeterminada (consola)

1. Abre la consola de Studio siguiendo las instrucciones que aparecen enInicie Amazon 
SageMaker Studio Classic.

2. Selecciona Datos en el panel de navegación izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, elija Almacén de características.

4. (Opcional) Para ver tus grupos de funciones, selecciona Mi cuenta. Para ver los grupos de 
funciones compartidos, selecciona Cuenta cruzada.

5. En la pestaña Catálogo de grupos de características, elija el grupo de características que desee 
eliminar en el nombre del grupo de características.

6. Elija Eliminar grupo de características.

7. En la ventana emergente, confirme la eliminación ingresando delete en el campo y, a 
continuación, elija Eliminar.

Ejemplo de código de Python para eliminar un grupo de características

El siguiente código utiliza la operación de la API DeleteFeatureGroup para eliminar el grupo de 
características mediante el AWS SDK for Python (Boto3). Se supone que ha configurado el almacén 
de características y ha creado un grupo de características. Si necesita más información sobre cómo 
comenzar, consulte Introducción al cuaderno de ejemplo del almacén de características.

import sagemaker
from sagemaker.feature_store.feature_group import FeatureGroup

sagemaker_session = sagemaker.Session()
fg_name = 'your-feature-group-name'

my_fg = FeatureGroup(name=fg_name, sagemaker_session=sagemaker_session)
my_fg.delete() 

Orígenes de datos e ingestión

Los registros se agregan a los grupos de características mediante la ingestión. Según el caso de 
uso que desee, los registros ingeridos pueden mantenerse dentro del grupo de características o 
no. Esto depende de la configuración de almacenamiento, si su grupo de características utiliza el 
almacenamiento en línea o sin conexión. El almacenamiento sin conexión se utiliza como base de 
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datos histórica, que se suele utilizar para la exploración de datos, el entrenamiento de modelos 
de machine learning (ML) y la inferencia por lotes. El almacenamiento en línea se usa como una 
búsqueda de registros en tiempo real, que normalmente se emplea para atender modelos de ML. 
Para obtener más información sobre los conceptos y la ingestión del almacén de características, 
consulte Conceptos del almacén de características.

Existen varias formas de llevar tus datos a Amazon SageMaker Feature Store. El almacén de 
características ofrece una única llamada a la API para la ingesta de datos denominada PutRecord
que le permite ingerir datos en lotes o desde orígenes de transmisión. Puede utilizar Amazon 
SageMaker Data Wrangler para diseñar funciones y, a continuación, incorporarlas a su tienda de 
funciones. También puede utilizar Amazon EMR para la ingesta de datos por lotes a través de un 
conector Spark.

En los siguientes temas analizaremos las diferencias.

Temas

• Ingesta de transmisiones

• Data Wrangler con el almacén de características

• Ingestión por lotes con Amazon SageMaker Feature Store Spark

Ingesta de transmisiones

Puede utilizar orígenes de transmisión como Kafka o Kinesis como origen de datos, de donde se 
extraen los registros, e introducir directamente los registros al almacenamiento en línea para el 
entrenamiento, la inferencia o la creación de características. El grupo de características puede ingerir 
los registros con una llamada sincrónica a la API PutRecord. Dado que se trata de una llamada 
sincrónica a la API, es posible introducir pequeños lotes de actualizaciones en una única llamada 
a la API. Esto le permite mantener una alta actualización de los valores de las características y 
publicar valores en cuanto se detecte una actualización. También se denominan características de 
transmisión.

Data Wrangler con el almacén de características

Data Wrangler es una función de Studio Classic que proporciona una end-to-end solución para 
importar, preparar, transformar, caracterizar y analizar datos. Data Wrangler le permite diseñar sus 
características e incorporarlas a un grupo de características del almacenamiento sin conexión o en 
línea.
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Las siguientes instrucciones exportan un bloc de notas de Jupyter que contiene todo el código fuente 
necesario para crear un grupo de funciones de Feature Store que añada las funciones de Data 
Wrangler a una tienda en línea o fuera de línea.

Las instrucciones para exportar el flujo de datos de Data Wrangler a Feature Store de la consola 
varían en función de si lo has activado Amazon SageMaker Studio o lo has hecho de forma 
predeterminada. Amazon SageMaker Studio Clásico

Exporta tu flujo de datos de Data Wrangler a Feature Store si tu experiencia predeterminada es 
Studio (consola)

1. Abre la consola de Studio siguiendo las instrucciones que se indican en. Lanza Amazon 
SageMaker Studio

2. Selecciona Datos en el panel izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, selecciona Data Wrangler.

4. Si ya tiene una instancia de Amazon SageMaker Canvas en ejecución, elija Open Canvas.

Si no tiene ninguna instancia de SageMaker Canvas en ejecución, elija Ejecutar en Canvas.

5. En la consola de SageMaker Canvas, selecciona Data Wrangler en el panel de navegación 
izquierdo.

6. Elija Flujos de datos para ver sus flujos de datos.

7. Seleccione + para ampliar la lista desplegable.

8. Seleccione Exportar flujo de datos para ampliar la lista desplegable.

9. Selecciona Guardar en SageMaker Feature Store (mediante un JupyterLab bloc de notas).

10. En Exportar flujo de datos como bloc de notas, selecciona una de las siguientes opciones:

• Descargue una copia local para descargar el flujo de datos a su máquina local.

• Exporte a la ubicación S3 para descargar el flujo de datos a una ubicación de Amazon Simple 
Storage Service e introduzca la ubicación de Amazon S3 o seleccione Browse para buscar su 
ubicación de Amazon S3.

11. Seleccione Exportar.

Una vez creado el grupo de características, también puede seleccionar y unir datos de varios grupos 
de características para crear nuevas características diseñadas en Data Wrangler y, a continuación, 
exportar el conjunto de datos a un bucket de Amazon S3.

Data Wrangler con el almacén de características 2586



Amazon SageMaker Guía para desarrolladores

Para obtener más información sobre cómo exportar a Feature Store, consulte Exportar a SageMaker 
Feature Store.

Ingestión por lotes con Amazon SageMaker Feature Store Spark

Amazon SageMaker Feature Store Spark es un conector de Spark que conecta la biblioteca de Spark 
con Feature Store. Spark con el almacén de características simplifica la ingesta de datos de los
DataFrame de Spark a los grupos de características. Feature Store admite la ingesta de datos por 
lotes con Spark, utilizando tu canalización de ETL existente, en Amazon EMR, GIS, un trabajo, AWS 
Glue un trabajo de procesamiento de SageMaker Amazon o SageMaker un cuaderno.

Se proporcionan métodos para instalar e implementar la ingesta de datos por lotes para los 
desarrolladores de Python y Scala. Los desarrolladores de Python pueden usar la biblioteca
sagemaker-feature-store-pyspark Python de código abierto para el desarrollo local, la 
instalación en Amazon EMR y para los Jupyter Notebooks siguiendo las instrucciones del repositorio 
Spark de Amazon SageMaker  Feature Store. GitHub Los desarrolladores de Scala pueden usar el 
conector Spark de Feature Store, disponible en el repositorio central de Maven del SDK de Spark de 
Amazon SageMaker Feature Store.

Puede utilizar el conector Spark para ingerir datos de las siguientes maneras, en función de si están 
habilitados el almacenamiento en línea, el almacenamiento sin conexión o ambos.

1. Introducir de forma predeterminada: si la tienda online está habilitada, el conector Spark primero 
introduce el marco de datos en la tienda online mediante la API. PutRecord Solo queda en el 
almacenamiento en línea el registro con la hora del evento más grande. Si está habilitado el 
almacenamiento sin conexión, el almacén de características incorpora su marco de datos al 
almacenamiento sin conexión dentro de 15 minutos. Para obtener más información sobre cómo 
funcionan el almacenamiento sin conexión y el almacenamiento en línea, consulte Conceptos del 
almacén de características.

Puede lograr esto si no especifica target_stores en el método .ingest_data(...).

2. Ingesta directa al almacenamiento sin conexión: si está habilitado el almacenamiento 
sin conexión, el conector Spark incorpora por lotes el marco de datos directamente al 
almacenamiento sin conexión. La ingesta directa del marco de datos al almacenamiento sin 
conexión no actualiza el almacenamiento en línea.

Puede lograr esto si especifica target_stores=["OfflineStore"] en el método
.ingest_data(...).
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3. Solo en la tienda en línea: si la tienda en línea está habilitada, el conector Spark introduce tu 
marco de datos en la tienda en línea mediante la API. PutRecord La ingesta directa del marco de 
datos al almacenamiento en línea no actualiza el almacenamiento sin conexión.

Puede lograr esto si especifica target_stores=["OnlineStore"] en el método
.ingest_data(...).

Para obtener información acerca de los distintos métodos de ingestión, consulte Implementaciones 
de ejemplo.

Temas

• Instalación de Spark en el almacén de características

• Recuperación del JAR para el Spark del almacén de características

• Implementaciones de ejemplo

Instalación de Spark en el almacén de características

Usuarios de Scala

El SDK de Spark de Feature Store está disponible en el repositorio central de Maven del SDK de 
Spark de Amazon SageMaker Feature Store para los usuarios de Scala.

Requisitos

• Spark >= 3.0.0 y <= 3.3.0
• iceberg-spark-runtime >= 0.14.0
• Scala >= 2.12.x 
• Amazon EMR >= 6.1.0 (solo si usa Amazon EMR)

Declare la dependencia en POM.xml

El conector Spark del almacén de características depende de la biblioteca iceberg-spark-
runtime. Por lo tanto, debe agregar la versión correspondiente de la biblioteca iceberg-spark-
runtime a la dependencia si va a ingerir datos en un grupo de características que ha creado 
automáticamente con el formato de tabla de Iceberg. Por ejemplo, si utiliza Spark 3.1, debe declarar 
lo siguiente en el POM.xml del proyecto:
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 <dependency> 
 <groupId>software.amazon.sagemaker.featurestore</groupId> 
 <artifactId>sagemaker-feature-store-spark-sdk_2.12</artifactId> 
 <version>1.0.0</version> 
 </dependency> 
  
 <dependency> 
   <groupId>org.apache.iceberg</groupId> 
   <artifactId>iceberg-spark-runtime-3.1_2.12</artifactId> 
   <version>0.14.0</version>
</dependency> 
     

Usuarios de Python

El SDK de Spark de Feature Store está disponible en el  GitHubrepositorio de código abierto de 
Amazon SageMaker Feature Store Spark.

Requisitos

• Spark >= 3.0.0 y <= 3.3.0
• Amazon EMR >= 6.1.0 (solo si usa Amazon EMR)
• Kernel = conda_python3

Se recomienda configurar $SPARK_HOME en el directorio en el que tenga instalado Spark. Durante 
la instalación, el almacén de características carga el JAR necesario para SPARK_HOME, de modo 
que las dependencias se carguen automáticamente. Para que esta PySpark biblioteca funcione, es 
necesario que Spark inicie una JVM.

Instalación local

Para obtener más información sobre la instalación, habilite el modo detallado anexando --verbose
al siguiente comando de instalación.

pip3 install sagemaker-feature-store-pyspark-3.1 --no-binary :all: 
     

Instalación en Amazon EMR
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Cree un clúster de Amazon EMR con la versión de lanzamiento 6.1.0 o posterior. Habilite SSH para 
ayudarle a solucionar cualquier problema.

Puede hacer una de estas cosas para instalar la biblioteca:

• Crear un paso personalizado en Amazon EMR.

• Conectarse a su clúster mediante SSH e instalar la biblioteca desde allí.

Note

La siguiente información usa la versión 3.1 de Spark, pero puede especificar cualquier 
versión que cumpla los requisitos.

export SPARK_HOME=/usr/lib/spark
sudo -E pip3 install sagemaker-feature-store-pyspark-3.1 --no-binary :all: --verbose    
    
     

Note

Si quiere instalar los JAR dependientes de forma automática en SPARK_HOME, no utilice el 
paso de arranque.

Instalación en una instancia de SageMaker portátil

Instala una versión PySpark que sea compatible con el conector Spark mediante los siguientes 
comandos:

!pip3 install pyspark==3.1.1 
!pip3 install sagemaker-feature-store-pyspark-3.1 --no-binary :all:   

Si va a realizar una ingestión por lotes en el almacenamiento sin conexión, las dependencias no se 
encuentran en el entorno de instancias del cuaderno.

from pyspark.sql import SparkSession
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import feature_store_pyspark

extra_jars = ",".join(feature_store_pyspark.classpath_jars())

spark = SparkSession.builder \ 
    .config("spark.jars", extra_jars) \ 
    .config("spark.jars.packages", "org.apache.hadoop:hadoop-
aws:3.2.1,org.apache.hadoop:hadoop-common:3.2.1") \ 
    .getOrCreate() 
     

Instalación en cuadernos con GIS

Important

Debe usar la versión 2.0 o posterior de AWS Glue.

Utilice la siguiente información como ayuda para instalar el PySpark conector en una sesión AWS 
Glue interactiva (SIG).

Amazon SageMaker Feature Store Spark requiere un JAR de conector Spark específico durante la 
inicialización de la sesión para cargarlo en su bucket de Amazon S3. Para obtener más información 
sobre cómo cargar el JAR requerido en su bucket de S3, consulte Recuperación del JAR para el 
Spark del almacén de características.

Una vez cargado el JAR, debe proporcionar el JAR a las sesiones de GIS mediante el siguiente 
comando.

%extra_jars s3:/<YOUR_BUCKET>/spark-connector-jars/sagemaker-feature-store-spark-
sdk.jar

Para instalar el Spark del almacén de características en el tiempo de ejecución de AWS Glue, utilice 
el comando mágico %additional_python_modulesdel cuaderno de GIS. AWS Glue ejecuta pip
en los módulos que especificó en %additional_python_modules.

%additional_python_modules sagemaker-feature-store-pyspark-3.1

Antes de iniciar la sesión de AWS Glue, debe utilizar los dos comandos mágicos anteriores.

Instalación en un trabajo de AWS Glue
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Important

Debe usar la versión 2.0 o posterior de AWS Glue.

Para instalar el conector Spark en un trabajo de AWS Glue, utilice el argumento --extra-jars
para proporcionar los JAR necesarios y --additional-python-modules para instalar el conector 
Spark como parámetros del trabajo al crear el trabajo de AWS Glue, como se muestra en el siguiente 
ejemplo. Para obtener más información sobre cómo cargar el JAR requerido en su bucket de S3, 
consulte Recuperación del JAR para el Spark del almacén de características.

glue_client = boto3.client('glue', region_name=region)
response = glue_client.create_job( 
    Name=pipeline_id, 
    Description='Feature Store Compute Job', 
    Role=glue_role_arn, 
    ExecutionProperty={'MaxConcurrentRuns': max_concurrent_run}, 
    Command={ 
        'Name': 'glueetl', 
        'ScriptLocation': script_location_uri, 
        'PythonVersion': '3' 
    }, 
    DefaultArguments={ 
        '--TempDir': temp_dir_location_uri, 
        '--additional-python-modules': 'sagemaker-feature-store-pyspark-3.1', 
        '--extra-jars': "s3:/<YOUR_BUCKET>/spark-connector-jars/sagemaker-feature-
store-spark-sdk.jar", 
        ... 
    }, 
    MaxRetries=3, 
    NumberOfWorkers=149, 
    Timeout=2880, 
    GlueVersion='3.0', 
    WorkerType='G.2X'
) 
     

Instalación en un trabajo de Amazon SageMaker Processing

Para usar Feature Store Spark con los trabajos SageMaker de Amazon Processing, trae tu propia 
imagen. Para obtener más información acerca de cómo traer su propia imagen, consulte Traiga 
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su propia SageMaker imagen. Agregue el paso de instalación a un Dockerfile. Tras insertar la 
imagen de Docker en un repositorio de Amazon ECR, puede utilizarla PySparkProcessor para crear 
el trabajo de procesamiento. Para obtener más información sobre la creación de un trabajo de 
procesamiento con el PySpark procesador, consulte. Procesamiento de datos con Apache Spark

A continuación, se muestra un ejemplo de cómo agregar un paso de instalación al Dockerfile.

FROM <ACCOUNT_ID>.dkr.ecr.<AWS_REGION>.amazonaws.com/sagemaker-spark-processing:3.1-
cpu-py38-v1.0

RUN /usr/bin/python3 -m pip install sagemaker-feature-store-pyspark-3.1 --no-
binary :all: --verbose 
       
     

Recuperación del JAR para el Spark del almacén de características

Para recuperar el JAR de dependencias de Spark del almacén de características, debe instalar el 
conector Spark desde el repositorio Índice de paquetes de Python (PyPI) mediante pip en cualquier 
entorno Python con acceso a la red. Un SageMaker Jupyter Notebook es un ejemplo de un entorno 
Python con acceso a la red.

El siguiente comando instala el conector Spark.

!pip install sagemaker-feature-store-pyspark-3.1      
    

Tras instalar el Spark del almacén de características, puede recuperar la ubicación del JAR y cargar 
el JAR a Amazon S3.

El comando feature-store-pyspark-dependency-jars proporciona la ubicación del JAR 
de dependencia necesario que agregó el Spark del almacén de características. Puede utilizar el 
comando para recuperar el JAR y cargarlo en Amazon S3.

jar_location = !feature-store-pyspark-dependency-jars
jar_location = jar_location[0]

s3_client = boto3.client("s3")
s3_client.upload_file(jar_location, "<YOUR_BUCKET>","spark-connector-jars/sagemaker-
feature-store-spark-sdk.jar") 
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Implementaciones de ejemplo

Example Python script

FeatureStoreBatchIngestion.py

from pyspark.sql import SparkSession
from feature_store_pyspark.FeatureStoreManager import FeatureStoreManager
import feature_store_pyspark

spark = SparkSession.builder \ 
                    .getOrCreate()

# Construct test DataFrame
columns = ["RecordIdentifier", "EventTime"]
data = [("1","2021-03-02T12:20:12Z"), ("2", "2021-03-02T12:20:13Z"), ("3", 
 "2021-03-02T12:20:14Z")]

df = spark.createDataFrame(data).toDF(*columns)

# Initialize FeatureStoreManager with a role arn if your feature group is created by 
 another account
feature_store_manager= FeatureStoreManager("arn:aws:iam::111122223333:role/role-
arn") 
  
# Load the feature definitions from input schema. The feature definitions can be 
 used to create a feature group
feature_definitions = feature_store_manager.load_feature_definitions_from_schema(df)

feature_group_arn = "arn:aws:sagemaker:<AWS_REGION>:<ACCOUNT_ID>:feature-
group/<YOUR_FEATURE_GROUP_NAME>"

# Ingest by default. The connector will leverage PutRecord API to ingest your data 
 in stream
# https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_feature_store_PutRecord.html
feature_store_manager.ingest_data(input_data_frame=df, 
 feature_group_arn=feature_group_arn)

# To select the target stores for ingestion, you can specify the target store as the 
 paramter
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# If OnlineStore is selected, the connector will leverage PutRecord API to ingest 
 your data in stream
feature_store_manager.ingest_data(input_data_frame=df, 
 feature_group_arn=feature_group_arn, target_stores=["OfflineStore", "OnlineStore"])

# If only OfflineStore is selected, the connector will batch write the data to 
 offline store directly
feature_store_manager.ingest_data(input_data_frame=df, 
 feature_group_arn=feature_group_arn, target_stores=["OfflineStore"])

# To retrieve the records failed to be ingested by spark connector
failed_records_df = feature_store_manager.get_failed_stream_ingestion_data_frame() 
     

Enviar un trabajo de Spark con ejemplo de script de Python

La PySpark versión requiere la importación de un JAR dependiente adicional, por lo que se 
necesitan pasos adicionales para ejecutar la aplicación Spark.

Si no especificó SPARK_HOME durante la instalación, tendrá que cargar los JAR necesarios en la 
JVM durante la ejecución de spark-submit. feature-store-pyspark-dependency-jars
es un script de Python instalado por la biblioteca Spark para buscar automáticamente la ruta a 
todos los JAR.

spark-submit --jars `feature-store-pyspark-dependency-
jars` FeatureStoreBatchIngestion.py 
     

Si ejecuta esta aplicación en Amazon EMR, se recomienda ejecutar la aplicación en modo cliente, 
de modo que no tenga que distribuir los JAR dependientes a otros nodos de tareas. Agregue un 
paso más en el clúster de Amazon EMR con un argumento de Spark similar al siguiente:

spark-submit --deploy-mode client --master yarn s3:/<PATH_TO_SCRIPT>/
FeatureStoreBatchIngestion.py 
     

Example Scala script

FeatureStoreBatchIngestion.scala
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import software.amazon.sagemaker.featurestore.sparksdk.FeatureStoreManager
import org.apache.spark.sql.types.{StringType, StructField, StructType}
import org.apache.spark.sql.{Row, SparkSession}

object TestSparkApp { 
  def main(args: Array[String]): Unit = { 

    val spark = SparkSession.builder().getOrCreate() 

    // Construct test DataFrame 
    val data = List( 
      Row("1", "2021-07-01T12:20:12Z"), 
      Row("2", "2021-07-02T12:20:13Z"), 
      Row("3", "2021-07-03T12:20:14Z") 
    ) 
     
    val schema = StructType( 
      List(StructField("RecordIdentifier", StringType), StructField("EventTime", 
 StringType)) 
    ) 

    val df = spark.createDataFrame(spark.sparkContext.parallelize(data), schema) 
     
    // Initialize FeatureStoreManager with a role arn if your feature group is 
 created by another account 
    val featureStoreManager = new 
 FeatureStoreManager("arn:aws:iam::111122223333:role/role-arn") 
     
    // Load the feature definitions from input schema. The feature definitions can 
 be used to create a feature group 
    val featureDefinitions = 
 featureStoreManager.loadFeatureDefinitionsFromSchema(df) 

    val featureGroupArn = "arn:aws:sagemaker:<AWS_REGION>:<ACCOUNT_ID>:feature-
group/<YOUR_FEATURE_GROUP_NAME>" 
    
    // Ingest by default. The connector will leverage PutRecord API to ingest your 
 data in stream 
    // https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_feature_store_PutRecord.html 
    featureStoreManager.ingestData(df, featureGroupArn) 
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    // To select the target stores for ingestion, you can specify the target store 
 as the paramter 
    // If OnlineStore is selected, the connector will leverage PutRecord API to 
 ingest your data in stream 
    featureStoreManager.ingestData(df, featureGroupArn, List("OfflineStore", 
 "OnlineStore")) 
     
    // If only OfflineStore is selected, the connector will batch write the data to 
 offline store directly 
    featureStoreManager.ingestData(df, featureGroupArn, ["OfflineStore"]) 
     
    // To retrieve the records failed to be ingested by spark connector 
    val failedRecordsDf = featureStoreManager.getFailedStreamIngestionDataFrame() 
  }
} 
     

Enviar un trabajo de Spark

Scala

Debería poder usar el Spark del almacén de características como una dependencia normal. No se 
necesitan instrucciones adicionales para ejecutar la aplicación en todas las plataformas.

Procesamiento de características

El procesamiento de funciones de Amazon SageMaker Feature Store es una capacidad con la que 
puede transformar datos sin procesar en funciones de aprendizaje automático (ML). Le proporciona 
un SDK de procesador de características con el que puede transformar e ingerir datos de orígenes 
de datos por lotes en sus grupos de características. Con esta capacidad, Feature Store se ocupa 
de la infraestructura subyacente, lo que incluye el aprovisionamiento de los entornos informáticos 
y la creación y el mantenimiento de SageMaker canalizaciones para cargar e ingerir datos. De esta 
forma, puede centrarse en las definiciones de su procesador de características, que incluyen una 
función de transformación (por ejemplo, el recuento de visualizaciones de productos, la media del 
valor de las transacciones), orígenes (dónde aplicar esta transformación) y receptores (dónde escribir 
los valores computados de las características).

La canalización de Feature Processor es una SageMaker canalización de canalizaciones. 
Como SageMaker canalización, también puedes realizar un seguimiento de las canalizaciones 
programadas de Feature Processor por SageMaker linaje en la consola. Para obtener más 
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información sobre el SageMaker linaje, consulte Seguimiento del linaje de Amazon SageMaker 
ML Esto incluye el seguimiento de las ejecuciones programadas, la visualización del linaje para 
rastrear las entidades hasta sus fuentes de datos y la visualización de los procesadores de funciones 
compartidas en un solo entorno. Para obtener información sobre el uso de Feature Store con la 
consola, consulte. Consulta las ejecuciones en canalización desde la consola

Temas

• SDK del procesador de características del almacén de características

• Ejecución remota del procesador de características del almacén de características

• Creación y ejecución de canalizaciones del procesador de características del almacén de 
características

• Ejecuciones programadas y basadas en eventos para las canalizaciones del procesador de 
características

• Supervise las canalizaciones SageMaker de los procesadores de funciones de Amazon Feature 
Store

• Permisos y roles de ejecución de IAM

• Restricciones, límites y cuotas del procesador de características

• Origen de datos

• Ejemplo de código de procesamiento de características para casos de uso habituales

SDK del procesador de características del almacén de características

Determine una definición del procesador de características del almacén de características mediante 
la decoración de sus características de transformación con el decorador @feature_processor. 
El SageMaker SDK para Python (Boto3) carga automáticamente los datos de las fuentes de datos 
de entrada configuradas, aplica la función de transformación decorada y, a continuación, ingiere los 
datos transformados en un grupo de características de destino. Las funciones de transformación 
decoradas deben ajustarse a la firma esperada del decorador @feature_processor. Para 
obtener más información sobre el @feature_processor decorador, consulta @feature_processor 
Decorator en Amazon SageMaker Feature Store Lee los documentos.

Con el @feature_processor decorador, la función de transformación se ejecuta en un entorno 
de ejecución de Spark en el que los argumentos de entrada proporcionados a la función y 
su valor devuelto son Spark. DataFrames El número de parámetros de entrada de la función 
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de transformación debe coincidir con el número de entradas configuradas en el decorador
@feature_processor.

Para obtener más información sobre el decorador @feature_processor, consulte Feature 
Processor Feature Store SDK for Python (Boto3).

El siguiente código contiene ejemplos básicos de uso del decorador @feature_processor. 
Para ver ejemplos de casos de uso de ejemplo más específicos, consulte Ejemplo de código de 
procesamiento de características para casos de uso habituales.

El SDK del procesador de funciones se puede instalar desde el SDK de SageMaker Python y sus 
extras mediante el siguiente comando.

pip install sagemaker[feature-processor]

En los siguientes ejemplos, us-east-1 es la región del recurso, 111122223333 es el ID de 
la cuenta propietaria del recurso y your-feature-group-name es el nombre del grupo de 
características.

La siguiente es una definición básica del procesador de características, en la que el decorador
@feature_processor configura una entrada CSV de Amazon S3 para cargarla y proporcionarla 
a la función de transformación (por ejemplo, transform), y la prepara para su incorporación a un 
grupo de características. Lo ejecuta la última línea.

from sagemaker.feature_store.feature_processor import CSVDataSource, feature_processor

CSV_DATA_SOURCE = CSVDataSource('s3://your-bucket/prefix-to-csv/')
OUTPUT_FG = 'arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'

@feature_processor(inputs=[CSV_DATA_SOURCE], output=OUTPUT_FG)
def transform(csv_input_df): 
   return csv_input_df 
    
transform()

El parámetro @feature_processor incluye:

• inputs (List[str]): una lista de orígenes de datos que se utilizan en el procesador de 
características del almacén de características. Si los orígenes de datos son grupos de 
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características o están almacenados en Amazon S3, es posible que pueda utilizar la definiciones 
de orígenes de datos proporcionadas por el almacén de características para el procesador 
de características. Para obtener una lista completa de las definiciones de fuentes de datos 
proporcionadas por Feature Store, consulte la fuente de datos del procesador de funciones en 
Amazon SageMaker Feature Store Lea los documentos.

• output (str): el ARN del grupo de características para ingerir la salida de la función decorada.

• target_stores (Optional[List[str]]): una lista de almacenes (por ejemplo, OnlineStore u
OfflineStore) para ingerir en la salida. Si no se especifica, los datos se ingieren en todos los 
almacenes habilitados del grupo de características de salida.

• parameters (Dict[str, Any]): un diccionario que se proporcionará a la función de transformación.

• enable_ingestion (bool): un indicador que señala si las salidas de la función de transformación 
se ingieren en el grupo de características de salida. Este indicador es útil durante la fase de 
desarrollo. Si no se especifica, la ingestión está habilitada.

Los parámetros opcionales de la función encapsulada (que se proporcionan como argumento si se 
proporcionan en la firma de la función) incluyen:

• params (Dict[str, Any]): el diccionario definido en los parámetros del @feature_processor. 
También contiene parámetros configurados por el sistema a los que se puede hacer referencia con 
la clave system, como el parámetro scheduled_time.

• spark(SparkSession): una referencia a la SparkSession instancia inicializada para la aplicación 
Spark.

El siguiente código es un ejemplo del uso de los parámetros params y spark.

from sagemaker.feature_store.feature_processor import CSVDataSource, feature_processor

CSV_DATA_SOURCE = CSVDataSource('s3://your-bucket/prefix-to-csv/')
OUTPUT_FG = 'arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'  

@feature_processor(inputs=[CSV_DATA_SOURCE], output=OUTPUT_FG)
def transform(csv_input_df, params, spark): 
    
   scheduled_time = params['system']['scheduled_time'] 
   csv_input_df.createOrReplaceTempView('csv_input_df') 
   return spark.sql(f''' 
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        SELECT * 
        FROM csv_input_df 
        WHERE date_add(event_time, 1) >= {scheduled_time} 
   ''') 
    
transform()

El parámetro del sistema scheduled_time (que se proporciona en el argumento params a 
su función) es un valor importante para respaldar el reintento de cada ejecución. El valor puede 
ayudar a identificar de forma única la ejecución del procesador de características y puede usarse 
como punto de referencia para las entradas basadas en el intervalo de fechas (por ejemplo, si 
solo se cargan los datos de las últimas 24 horas) para garantizar que el intervalo de entrada sea 
independiente del tiempo de ejecución real del código. Si el procesador de características se 
ejecuta según una programación (consulte Ejecuciones programadas y basadas en eventos para 
las canalizaciones del procesador de características), su valor se fija en la hora en la que está 
programada su ejecución. El argumento se puede anular durante la ejecución sincrónica mediante 
la API de ejecución del SDK para admitir casos de uso como la reposición de datos o la repetición 
de una ejecución anterior omitida. Su valor es la hora actual si el procesador de características se 
ejecuta de otra manera.

Para obtener información sobre la creación de código de Spark, consulte Spark SQL Programming 
Guide.

Para obtener más ejemplos de código para casos de uso habituales, consulte Ejemplo de código de 
procesamiento de características para casos de uso habituales.

Tenga en cuenta que las funciones de transformación decoradas con @feature_processor no 
devuelven ningún valor. Para probar la función mediante programación, puede quitar o aplicar un 
parche al decorador @feature_processor para que actúe como paso a la función encapsulada. 
Para obtener más información sobre el @feature_processor decorador, consulta el SDK de 
Python de Amazon SageMaker Feature Store.

Ejecución remota del procesador de características del almacén de 
características

Para ejecutar sus procesadores de funciones en conjuntos de datos grandes que requieren un 
hardware más potente que el disponible localmente, puede decorar su código con el @remote
decorador para ejecutar su código Python local como un trabajo de SageMaker entrenamiento 
distribuido de uno o varios nodos. Para obtener más información sobre cómo ejecutar el código como 
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un trabajo de SageMaker formación, consulte. Ejecuta tu código local como un trabajo SageMaker de 
formación

A continuación hay un ejemplo de uso del decorador @remote junto con el decorador
@feature_processor.

from sagemaker.remote_function.spark_config import SparkConfig
from sagemaker.remote_function import remote
from sagemaker.feature_store.feature_processor import CSVDataSource, feature_processor

CSV_DATA_SOURCE = CSVDataSource('s3://bucket/prefix-to-csv/')
OUTPUT_FG = 'arn:aws:sagemaker:us-east-1:123456789012:feature-group/feature-group'

@remote( 
    spark_config=SparkConfig(),  
    instance_type="ml.m5.2xlarge", 
    dependencies="/local/requirements.txt"
)
@feature_processor( 
    inputs=[CSV_DATA_SOURCE],  
    output=OUTPUT_FG,
)
def transform(csv_input_df): 
   return csv_input_df 
    
transform()

El parámetro spark_config indica que el trabajo remoto se ejecuta como una aplicación de Spark. 
La instancia SparkConfig se puede usar para ajustar la configuración de Spark y proporcionar 
dependencias adicionales a la aplicación Spark, como archivos Python, JAR y archivos.

Para realizar iteraciones más rápidas a la hora de desarrollar el código de procesamiento de 
características, puede especificar el argumento keep_alive_period_in_seconds en el 
decorador @remote para conservar los recursos configurados en un grupo en caliente para los 
siguientes trabajos de entrenamiento. Para obtener más información sobre los grupos en caliente, 
consulte KeepAlivePeriodInSeconds en la Guía de referencia de API.

El siguiente código es un ejemplo de requirements.txt: local.

sagemaker>=2.167.0
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Esto instalará la versión del SageMaker SDK correspondiente en una tarea remota necesaria para 
ejecutar el método anotado por@feature-processor.

Creación y ejecución de canalizaciones del procesador de características 
del almacén de características

El SDK para procesadores de funciones proporciona API para convertir sus definiciones de 
procesadores de funciones en una SageMaker canalización totalmente gestionada. Para obtener 
más información sobre SageMaker las canalizaciones, consulteSageMaker Descripción general de 
las canalizaciones. Para convertir sus definiciones de procesador de funciones en una SageMaker 
canalización, utilice la to_pipeline API con su definición de procesador de funciones. Puede 
programar las ejecuciones de su procesador de funciones (se pueden programar), monitorizarlas 
desde el punto de vista operativo con CloudWatch métricas e integrarlas EventBridge para que 
actúen como fuentes de eventos o suscriptores. Para obtener más información sobre la supervisión 
de las canalizaciones creadas con SageMaker Pipelines, consulte. Supervise las canalizaciones 
SageMaker de los procesadores de funciones de Amazon Feature Store

Para ver las canalizaciones del procesador de características, consulte Consulta las ejecuciones en 
canalización desde la consola.

Si su función también está decorada con el decorador @remote, sus configuraciones se transfieren 
a la canalización del procesador de características. Puede especificar configuraciones avanzadas, 
como tipo y recuento de instancias de computación, dependencias del tiempo de ejecución y 
configuraciones de red y seguridad, mediante el decorador @remote.

El siguiente ejemplo utiliza las API to_pipeline y execute.

from sagemaker.feature_store.feature_processor import ( 
    execute, to_pipeline, describe, TransformationCode
)

pipeline_name="feature-processor-pipeline"
pipeline_arn = to_pipeline( 
    pipeline_name=pipeline_name, 
    step=transform, 
    transformation_code=TransformationCode(s3_uri="s3://bucket/prefix"),
)

pipeline_execution_arn = execute( 
    pipeline_name=pipeline_name
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)

La API to_pipeline es semánticamente una operación upsert. Actualiza la canalización si ya 
existe; de no ser así, crea una canalización.

De forma opcional, la to_pipeline API acepta un URI de Amazon S3 que hace referencia a un 
archivo que contiene la definición del procesador de funciones para asociarlo a la canalización del 
procesador de funciones y realizar un seguimiento de la función de transformación y sus versiones 
en su linaje de aprendizaje SageMaker automático.

Para recuperar una lista de todas las canalizaciones del procesador de características de su cuenta, 
puede utilizar la API list_pipelines. Una solicitud posterior a la describe API devuelve 
los detalles relacionados con la canalización del procesador de funciones, incluidos, entre otros, 
SageMaker las canalizaciones y los detalles de la programación.

El siguiente ejemplo utiliza las API list_pipelines y describe.

from sagemaker.feature_store.feature_processor import list_pipelines, describe

feature_processor_pipelines = list_pipelines()

pipeline_description = describe( 
    pipeline_name = feature_processor_pipelines[0]
)

Ejecuciones programadas y basadas en eventos para las canalizaciones 
del procesador de características

Las ejecuciones del proceso de procesamiento de funciones de Amazon SageMaker Feature 
Store se pueden configurar para que se inicien de forma automática y asíncrona en función de una 
programación preconfigurada o como resultado de otro evento de servicio. AWS Por ejemplo, puede 
programar las canalizaciones de procesamiento de características para que se ejecuten el primer 
día de cada mes o encadenar dos canalizaciones para que una canalización objetiva se ejecute 
automáticamente una vez finalizada la ejecución de la canalización de origen.

Temas

• Ejecuciones basadas en una programación

• Ejecuciones basadas en eventos

Ejecuciones programadas y basadas en eventos para las canalizaciones del procesador de 
características
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Ejecuciones basadas en una programación

El SDK de Feature Processor proporciona una scheduleAPI para ejecutar las canalizaciones 
de Feature Processor de forma recurrente con la integración de Amazon EventBridge Scheduler. 
La programación se puede especificar con una cron expresión atrate, o utilizando el
ScheduleExpressionparámetro con las mismas expresiones admitidas por Amazon EventBridge. 
La API de programación es semánticamente una operación upsert, ya que actualiza la programación 
si ya existe; de no ser así, la crea. Para obtener más información sobre EventBridge las expresiones 
y los ejemplos, consulte los tipos de programación en el EventBridge Scheduler en la Guía del 
usuario del EventBridge Scheduler.

Los siguientes ejemplos utilizan la API schedule del procesador de características, con las 
expresiones at, rate y cron.

from sagemaker.feature_store.feature_processor import schedule
pipeline_name='feature-processor-pipeline'

event_bridge_schedule_arn = schedule( 
    pipeline_name=pipeline_name,  
    schedule_expression="at(2020-11-30T00:00:00)"
)

event_bridge_schedule_arn = schedule( 
    pipeline_name=pipeline_name,  
    schedule_expression="rate(24 hours)"
)

event_bridge_schedule_arn = schedule( 
    pipeline_name=pipeline_name,  
    schedule_expression="cron(0 0-23/1 ? * * 2023-2024)"
)

La zona horaria predeterminada para las entradas de fecha y hora en la API schedule está en UTC. 
Para obtener más información sobre las expresiones de programación de EventBridge Scheduler, 
consulte la documentación de referencia de la ScheduleExpressionAPI de EventBridge 
Scheduler.

Las ejecuciones planificadas de la canalización del procesador de características proporcionan a 
la función de transformación el tiempo de ejecución programado, que se utilizará como un token de 
idempotencia o un punto de referencia fijo para las entradas basadas en un intervalo de fechas. Para 
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deshabilitar (es decir, pausar) o volver a habilitar una programación, usa el parámetro state de la 
API schedule con ‘DISABLED’ o ‘ENABLED’, respectivamente.

Para obtener información sobre el procesador de características, consulte Orígenes de datos del 
SDK del procesador de características.

Ejecuciones basadas en eventos

Es posible configurar una canalización de procesamiento de características para que se ejecute 
automáticamente cuando se produzca un evento AWS. El SDK de procesamiento de características 
proporciona una función put_trigger que acepta una lista de eventos de origen y una canalización 
objetivo. Los eventos de origen deben ser instancias de FeatureProcessorPipelineEvent, que 
especifica una canalización y eventos de estado de ejecución.

La put_trigger función configura una EventBridge regla y un objetivo de Amazon para enrutar 
los eventos y te permite especificar un patrón de EventBridge eventos para responder a cualquier 
AWS evento. Para obtener información sobre estos conceptos, consulta EventBridge las reglas, los 
objetivos y los patrones de eventos de Amazon.

Los activadores se pueden activar o desactivar. EventBridge iniciará la ejecución de una canalización 
objetivo utilizando la función proporcionada en el role_arn parámetro de la put_trigger API. La 
función de ejecución se utiliza de forma predeterminada si el SDK se utiliza en un entorno Amazon 
SageMaker Studio Classic o Notebook. Para obtener información sobre cómo obtener el rol de 
ejecución, consulte Obtener un rol de ejecución.

En el siguiente ejemplo se establece:

• Una SageMaker canalización que utiliza la to_pipeline API y que incluye el nombre de la 
canalización de destino (target-pipeline) y la función de transformación (transform). 
Para obtener información sobre el procesador de características y su función de transformación, 
consulte Orígenes de datos del SDK del procesador de características.

• Un desencadenador que utiliza la API put_trigger y que toma
FeatureProcessorPipelineEvent para el evento y su nombre de la canalización objetivo 
(target-pipeline).

El FeatureProcessorPipelineEvent define el desencadenador para cuando el estado 
de la canalización de origen (source-pipeline) pase a ser Succeeded. Para obtener 
información sobre la función de eventos de canalización del procesador de características, 
consulte FeatureProcessorPipelineEvent en Read the Docs del almacén de características.
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from sagemaker.feature_store.feature_processor import put_trigger, to_pipeline, 
 FeatureProcessorPipelineEvent

to_pipeline(pipeline_name="target-pipeline", step=transform)

put_trigger( 
    source_pipeline_events=[ 
        FeatureProcessorPipelineEvent( 
            pipeline_name="source-pipeline", 
            status=["Succeeded"] 
        ) 
    ], 
    target_pipeline="target-pipeline"
)

Para ver un ejemplo del uso de desencadenadores basados en eventos para crear ejecuciones 
continuas y reintentos automáticos para su canalización del procesador de características, consulte
Ejecuciones continuas y reintentos automáticos mediante desencadenadores basados en eventos.

Para ver un ejemplo del uso de desencadenadores basados en eventos para crear transmisiones
continuas y reintentos automáticos mediante desencadenadores basados en eventos, consulte
Ejemplos de orígenes de datos personalizados de transmisión.

Supervise las canalizaciones SageMaker de los procesadores de funciones 
de Amazon Feature Store

AWSproporciona herramientas de monitoreo para monitorear sus SageMaker recursos y aplicaciones 
de Amazon en tiempo real, informar cuando algo sale mal y tomar medidas automáticas cuando 
sea apropiado. Las canalizaciones del procesador de funciones de Feature Store son SageMaker 
canalizaciones, por lo que están disponibles los mecanismos de monitoreo e integraciones 
estándar. Las métricas operativas, como los errores de ejecución, se pueden monitorear a través de 
CloudWatch las métricas de Amazon y EventBridge los eventos de Amazon.

Para obtener más información sobre cómo supervisar y hacer operativo el procesador de 
características del almacén de características, consulte los siguientes recursos:

• Supervisa AWS los recursos aprovisionados durante el uso de Amazon SageMaker- Directrices 
generales sobre la actividad de supervisión y auditoría de los SageMaker recursos.

• SageMaker Métricas de tuberías- CloudWatch Métricas emitidas por los SageMaker oleoductos.
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• Cambio de estado de ejecución de la canalización- EventBridge eventos emitidos por SageMaker 
oleoductos y ejecuciones.

• Solución de problemas de Amazon SageMaker Model Building Pipelines- Consejos generales de 
depuración y solución de problemas para SageMaker Pipelines.

Los registros de ejecución del Feature Store Feature Processor se encuentran en Amazon 
CloudWatch Logs, en el /aws/sagemaker/TrainingJobs grupo de registros, donde puede 
encontrar los flujos de registros de ejecución mediante convenciones de búsqueda. En el caso de las 
ejecuciones creadas mediante la invocación directa de la función decorada @feature_processor, 
encontrará los registros en la consola de su entorno de ejecución local. En el caso de las ejecuciones
@remote condecoradas, el nombre de la secuencia de CloudWatch registros contiene el nombre 
de la función y la marca temporal de la ejecución. En el caso de las ejecuciones en canalización 
de Feature Processor, el flujo de CloudWatch registros del paso contiene la feature-processor
cadena y el identificador de ejecución de la canalización.

Las canalizaciones de los procesadores de funciones y los estados de ejecución recientes de la 
tienda de características se encuentran en Amazon SageMaker Studio Classic para un grupo de 
características determinado en la interfaz de usuario de Feature Store. En la interfaz de usuario 
se muestran los grupos de características relacionados con las canalizaciones del procesador de 
características como entradas o salidas. Además, la vista de linaje puede proporcionar contexto a las 
ejecuciones anteriores, como canalizaciones que generan datos del procesador de características 
y orígenes de datos, para una mayor depuración. Para obtener más información sobre el uso de la 
vista de linaje con Studio Classic, consulte. Vea el linaje desde la consola

Permisos y roles de ejecución de IAM

Para usar el SDK de Amazon SageMaker Python, se requieren permisos para interactuar 
con élServicios de AWS. Se requieren las siguientes políticas para disfrutar de todas 
las funcionalidades del procesador de características. Puede adjuntar las políticas
AmazonEventBridgeSchedulerFullAccessAWSgestionadas AmazonSageMakerFullAccessy las 
correspondientes a su función de IAM. Para obtener información sobre cómo asociar políticas a su 
rol de IAM, consulte Adición de políticas al rol de IAM. Para obtener detalles, consulte los siguientes 
ejemplos.

La política de confianza del rol al que se aplique esta política debe respetar los principios 
"scheduler.amazonaws.com", "sagemaker.amazonaws.com" y "glue.amazonaws.com".

{ 
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    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "", 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "scheduler.amazonaws.com", 
                    "sagemaker.amazonaws.com", 
                    "glue.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

Restricciones, límites y cuotas del procesador de características

El procesamiento de características de Amazon SageMaker Feature Store se basa en el seguimiento 
del linaje mediante aprendizaje SageMaker automático (ML). El procesador de características del 
almacén de características utiliza contextos de linaje para representar y hacer un seguimiento de 
las canalizaciones del procesamiento de características y las versiones de las canalizaciones. Cada 
procesador de características del almacén de características consume al menos dos contextos 
de linaje (uno para la canalización de procesamiento de características y otro para la versión). Si 
el origen de datos de entrada o salida de una canalización de procesamiento de características 
cambia, se crea un contexto de linaje adicional. Para actualizar los límites de linaje del aprendizaje 
SageMaker automático, ponte en contacto con el equipo de AWS soporte técnico para aumentar el 
límite. Los límites predeterminados de los recursos utilizados por el procesador de características 
del almacén de características son los siguientes. Para obtener información sobre el seguimiento del 
linaje en SageMaker ML, consulte. Seguimiento del linaje de Amazon SageMaker ML

Para obtener más información sobre SageMaker las cuotas, consulta los  SageMaker puntos de 
destino y las cuotas de Amazon.

Límites de linaje por región

• Contextos: 500 (límite flexible)

• Artefactos: 6000 (límite flexible)

• Asociaciones: 6000 (límite flexible)
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Límites de entrenamiento por región

• Tiempo máximo de ejecución de un trabajo de entrenamiento: 432 000 segundos

• Número máximo de instancias por trabajo de entrenamiento: 20

• El número máximo de solicitudes CreateTrainingJob que se pueden realizar por segundo en 
esta cuenta en la región actual: 1 TPS

• Período para mantenerse en activo para la reutilización del clúster: 3600 segundos

Número máximo de canalizaciones y ejecuciones simultáneas de canalizaciones por región

• Número máximo de canalizaciones permitidas por cuenta: 500

• Número máximo de ejecuciones simultáneas de canalizaciones permitidas por cuenta: 20

• Tiempo de espera de las ejecuciones de la canalización: 672 horas

Origen de datos

El procesamiento SageMaker de funciones de Amazon Feature Store admite múltiples fuentes de 
datos. El SDK para Python (Boto3) del procesador de características proporciona constructos para 
cargar datos de grupos de características u objetos almacenados en Amazon S3. Además, puede 
crear orígenes de datos personalizados para cargar datos de otros orígenes de datos. Para obtener 
información sobre los orígenes de datos proporcionadas por el almacén de características, consulte
Feature Processor data source Feature Store Python SDK.

Temas

• Orígenes de datos del SDK del procesador de características

• Orígenes de datos personalizados

• Ejemplos de orígenes de datos personalizados

Orígenes de datos del SDK del procesador de características

El SDK del procesador de características de Amazon SageMaker Feature Store para Python 
(Boto3) proporciona construcciones para cargar datos de grupos de características u objetos 
almacenados en Amazon S3. Para obtener una lista completa de las definiciones de orígenes de 
datos proporcionadas por el almacén de características, consulte Feature Processor data source 
Feature Store Python SDK.
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Para ver ejemplos sobre cómo utilizar las definiciones de orígenes de datos del SDK de Python del 
almacén de características, consulte Ejemplo de código de procesamiento de características para 
casos de uso habituales.

FeatureGroupDataSource

FeatureGroupDataSource se utiliza para especificar un grupo de características como origen 
de datos de entrada para un procesador de características. Los datos se pueden cargar desde un 
grupo de características de un almacenamiento sin conexión. Si intenta cargar los datos desde un 
grupo de características de un almacenamiento en línea, se producirá un error de validación. Puede 
especificar desplazamientos de inicio y final para limitar los datos que se cargan a un intervalo de 
tiempo específico. Por ejemplo, puede especificar un desplazamiento de inicio de “14 días” para 
cargar solo las dos últimas semanas de datos y, además, puede especificar un desplazamiento de 
finalización de “7 días” para limitar la entrada de datos a la semana anterior.

Definiciones de orígenes de datos proporcionadas por el almacén de características

El SDK de Python del almacén de características contiene definiciones de orígenes de datos 
que se pueden usar para especificar varios orígenes de datos de entrada para un procesador de 
características. Entre ellas se incluyen orígenes de tablas CSV, Parquet e Iceberg. Para obtener 
una lista completa de las definiciones de orígenes de datos proporcionadas por el almacén de 
características, consulte Feature Processor data source Feature Store Python SDK.

Orígenes de datos personalizados

En esta página se describe cómo crear una clase de origen de datos personalizado y se muestran 
algunos ejemplos de uso. Con las fuentes de datos personalizadas, puedes usar las API 
proporcionadas por el SageMaker SDK para Python (Boto3) del mismo modo que si utilizaras las 
fuentes de datos proporcionadas por Amazon SageMaker Feature Store.

Para utilizar un origen de datos personalizado para transformar e ingerir datos en un grupo 
de características mediante el procesamiento de características, tendrá que ampliar la clase
PySparkDataSource con los siguientes miembros y funciones de la clase.

• data_source_name (str): un nombre arbitrario para el origen de datos. Por ejemplo, un ARN de 
Amazon Redshift, Snowflake o catálogo de Glue.

• data_source_unique_id (str): un identificador único que hace referencia al recurso específico 
al que se accede. Por ejemplo, nombre de tabla, ARN de tabla de DDB, prefijo de Amazon S3. 
Todo uso del mismo data_source_unique_id en orígenes de datos personalizados se asociará 
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al mismo origen de datos en la vista de linaje. El linaje incluye la información sobre el código de 
ejecución del flujo de trabajo de procesamiento de características, los orígenes de datos que se 
utilizaron y la forma en que se incorporaron al grupo de características o a la característica. Para 
obtener información sobre cómo ver el linaje de un grupo de características en Studio, consulte.
Vea el linaje desde la consola

• read_data (func): método utilizado para conectarse con el procesador de características. 
Devuelve un marco de datos de Spark. Para ver ejemplos, consulte Ejemplos de orígenes de datos 
personalizados.

Tanto data_source_name como data_source_unique_id se utilizan para identificar de forma 
exclusiva la entidad del linaje. A continuación, se muestra un ejemplo de una clase de origen de 
datos personalizado que se denomina CustomDataSource.

from sagemaker.feature_store.feature_processor import PySparkDataSource
from pyspark.sql import DataFrame

class CustomDataSource(PySparkDataSource): 
     
    data_source_name = "custom-data-source-name" 
    data_source_unique_id = "custom-data-source-id" 
     
    def read_data(self, parameter, spark) -> DataFrame: 
         your own code here to read data into a Spark dataframe
        return dataframe

Ejemplos de orígenes de datos personalizados

En esta sección se proporcionan ejemplos de implementaciones de orígenes de datos 
personalizados para procesadores de características. Para obtener más información sobre los 
orígenes de datos personalizados, consulte Orígenes de datos personalizados.

La seguridad es una responsabilidad compartida entre AWS y los clientes. AWS es responsable 
de proteger la infraestructura en la que se ejecutan los servicios en la Nube de AWS. Los clientes 
son responsables de todas las tareas necesarias de configuración y administración de la seguridad. 
Por ejemplo, los secretos, como las credenciales de acceso a los almacenes de datos, no deben 
estar codificados de forma rígida en los orígenes de datos personalizados. Puede utilizar AWS 
Secrets Manager para administrar estas credenciales. Para obtener más información acerca de 
Secrets Manager, consulte ¿Qué es AWS Secrets Manager? en la Guía del usuario de AWS Secrets 
Manager. En los siguientes ejemplos, se utilizará Secrets Manager para las credenciales.
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Temas

• Ejemplos de orígenes de datos personalizados de clústeres de Amazon Redshift (JDBC)

• Ejemplos de orígenes de datos personalizados de Snowflake

• Ejemplos de orígenes de datos personalizados de Databricks (JDBC)

• Ejemplos de orígenes de datos personalizados de transmisión

Ejemplos de orígenes de datos personalizados de clústeres de Amazon Redshift (JDBC)

Amazon Redshift ofrece un controlador JDBC que puede utilizarse para leer datos con Spark. Para 
obtener información acerca de cómo descargar el controlador JDBC de Amazon Redshift, consulte
Descargar el controlador JDBC versión 2.1 de Amazon Redshift.

Para crear la clase de origen de datos personalizado de Amazon Redshift, tendrá que sobrescribir el 
método read_data de los Orígenes de datos personalizados.

Para conectarse a un clúster de Amazon Redshift, necesita:

• URL de JDBC de Amazon Redshift (jdbc-url).

Para obtener información sobre cómo obtener la URL de JDBC de Amazon Redshift, consulte
Obtención de la URL de JDBC en la Guía para desarrolladores de bases de datos de Amazon 
Redshift.

• Nombre de usuario (redshift-user) y contraseña (redshift-password) de Amazon Redshift.

Para obtener información acerca de cómo crear y administrar usuarios de bases de datos 
mediante comandos SQL de Amazon Redshift, consulte Usuarios en la Guía para desarrolladores 
de bases de datos de Amazon Redshift.

• Nombre de la tablas de Amazon Redshift (redshift-table-name).

Para obtener información acerca de cómo crear una tabla con algunos ejemplos, consulte
CREATE TABLE en la Guía para desarrolladores de bases de datos de Amazon Redshift.

• De forma opcional, si utiliza Secrets Manager, necesitará el nombre del secreto (secret-
redshift-account-info) en el que guarda el nombre de usuario y contraseña de acceso a 
Amazon Redshift en Secrets Manager.

Para obtener más información acerca de Secrets Manager, consulte Buscar secretos en AWS 
Secrets Manager en la Guía del usuario de AWS Secrets Manager.

Origen de datos 2613

https://docs.aws.amazon.com/redshift/latest/mgmt/jdbc20-download-driver.html
https://docs.aws.amazon.com/redshift/latest/mgmt/jdbc20-obtain-url.html
https://docs.aws.amazon.com/redshift/latest/dg/r_Users.html
https://docs.aws.amazon.com/redshift/latest/dg/r_CREATE_TABLE_NEW.html
https://docs.aws.amazon.com/secretsmanager/latest/userguide/manage_search-secret.html
https://docs.aws.amazon.com/secretsmanager/latest/userguide/manage_search-secret.html


Amazon SageMaker Guía para desarrolladores

• Región de AWS (your-region)

Para obtener información sobre cómo obtener el nombre de la región de la sesión actual mediante 
el SDK para Python (Boto3), consulte region_name en la documentación de Boto3.

En el siguiente ejemplo se muestra cómo recuperar la URL de JDBC y el token de acceso personal 
de Secrets Manager y cómo anular read_data para su clase de origen de datos personalizado,
DatabricksDataSource.

from sagemaker.feature_store.feature_processor import PySparkDataSource
import json
import boto3

class RedshiftDataSource(PySparkDataSource): 
     
    data_source_name = "Redshift" 
    data_source_unique_id = "redshift-resource-arn" 
     
    def read_data(self, spark, params): 
        url = "jdbc-url?user=redshift-user&password=redshift-password" 
        aws_iam_role_arn = "redshift-command-access-role" 
        secret_name = "secret-redshift-account-info" 
        region_name = "your-region" 
         
        session = boto3.session.Session() 
        sm_client = session.client( 
            service_name='secretsmanager', 
            region_name=region_name, 
        ) 
         
        secrets = json.loads(sm_client.get_secret_value(SecretId=secret_name)
["SecretString"]) 
        jdbc_url = url.replace("jdbc-url", secrets["jdbcurl"]).replace("redshift-user", 
 secrets['username']).replace("redshift-password", secrets['password']) 
         
        return spark.read \ 
             .format("jdbc") \ 
             .option("url", url) \ 
             .option("driver", "com.amazon.redshift.Driver") \ 
             .option("dbtable", "redshift-table-name") \ 
             .option("tempdir", "s3a://your-bucket-name/your-bucket-prefix") \ 
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             .option("aws_iam_role", aws_iam_role_arn) \ 
             .load()

En el siguiente ejemplo se muestra cómo conectar RedshiftDataSource con el decorador
feature_processor.

from sagemaker.feature_store.feature_processor import feature_processor 
     
@feature_processor( 
    inputs=[RedshiftDataSource()], 
    output="feature-group-arn", 
    target_stores=["OfflineStore"], 
    spark_config={"spark.jars.packages": "com.amazon.redshift:redshift-
jdbc42:2.1.0.16"}
)
def transform(input_df): 
    return input_df

Para ejecutar el trabajo del procesador de características de forma remota, debe proporcionar el 
controlador JDBC, para lo cual debe definir SparkConfig y pasarlo al decorador @remote.

from sagemaker.remote_function import remote
from sagemaker.remote_function.spark_config import SparkConfig

config = { 
    "Classification": "spark-defaults", 
    "Properties": { 
      "spark.jars.packages": "com.amazon.redshift:redshift-jdbc42:2.1.0.16" 
    }
}

@remote( 
    spark_config=SparkConfig(configuration=config), 
    instance_type="ml.m5.2xlarge",
)
@feature_processor( 
    inputs=[RedshiftDataSource()], 
    output="feature-group-arn", 
    target_stores=["OfflineStore"],
)
def transform(input_df): 
    return input_df
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Ejemplos de orígenes de datos personalizados de Snowflake

Snowflake proporciona un conector Spark que puede utilizar para su decorador
feature_processor. Para obtener información sobre el conector de Snowflake para Spark, 
consulte Snowflake Connector for Spark en la documentación de Snowflake.

Para crear la clase de origen de datos personalizado de Snowflake, tendrá que anular el método
read_data de los Orígenes de datos personalizados y agregar paquetes de conectores Spark a la 
ruta de clases de Spark.

Para conectarse a un origen de datos de Snowflake, necesita:

• URL de Snowflake (sf-url).

Para obtener información sobre las direcciones URL para acceder a las interfaces web de 
Snowflake, consulte Account Identifiers en la documentación de Snowflake.

• Base de datos de Snowflake (sf-database).

Para obtener información sobre cómo obtener el nombre de la base de datos de Snowflake, 
consulte CURRENT_DATABASE en la documentación de Snowflake.

• Esquema de base de datos de Snowflake (sf-schema).

Para obtener información sobre cómo obtener el nombre del esquema de Snowflake, consulte
CURRENT_SCHEMA en la documentación de Snowflake.

• Almacén de Snowflake (sf-warehouse).

Para obtener información sobre cómo obtener el nombre del almacén de Snowflake, consulte
CURRENT_WAREHOUSE en la documentación de Snowflake.

• Nombre de la tabla de Snowflake (sf-table-name).

• De forma opcional, si utiliza Secrets Manager, necesitará el nombre del secreto (secret-
snowflake-account-info) en el que guarda el nombre de usuario y contraseña de acceso a 
Snowflake en Secrets Manager.

Para obtener más información acerca de Secrets Manager, consulte Buscar secretos en AWS 
Secrets Manager en la Guía del usuario de AWS Secrets Manager.

• Región de AWS (your-region)

Para obtener información sobre cómo obtener el nombre de la región de la sesión actual mediante 
el SDK para Python (Boto3), consulte region_name en la documentación de Boto3.
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En el siguiente ejemplo se muestra cómo recuperar el nombre de usuario y la contraseña de 
Snowflake de Secrets Manager y cómo anular la función read_data para su clase de origen de 
datos personalizado, SnowflakeDataSource.

from sagemaker.feature_store.feature_processor import PySparkDataSource
from sagemaker.feature_store.feature_processor import feature_processor
import json
import boto3

class SnowflakeDataSource(PySparkDataSource): 
     
    sf_options = {  
        "sfUrl" : "sf-url", 
        "sfDatabase" : "sf-database", 
        "sfSchema" : "sf-schema", 
        "sfWarehouse" : "sf-warehouse", 
    } 

    data_source_name = "Snowflake" 
    data_source_unique_id = "sf-url" 
     
    def read_data(self, spark, params): 
        secret_name = "secret-snowflake-account-info" 
        region_name = "your-region" 

        session = boto3.session.Session() 
        sm_client = session.client( 
            service_name='secretsmanager', 
            region_name=region_name, 
        ) 
         
        secrets = json.loads(sm_client.get_secret_value(SecretId=secret_name)
["SecretString"]) 
        self.sf_options["sfUser"] = secrets.get("username") 
        self.sf_options["sfPassword"] = secrets.get("password") 
         
        return spark.read.format("net.snowflake.spark.snowflake") \ 
                        .options(**self.sf_options) \ 
                        .option("dbtable", "sf-table-name") \ 
                        .load()

Origen de datos 2617



Amazon SageMaker Guía para desarrolladores

En el siguiente ejemplo se muestra cómo conectar SnowflakeDataSource con el decorador
feature_processor.

from sagemaker.feature_store.feature_processor import feature_processor

@feature_processor( 
    inputs=[SnowflakeDataSource()], 
    output=feature-group-arn, 
    target_stores=["OfflineStore"], 
    spark_config={"spark.jars.packages": "net.snowflake:spark-snowflake_2.12:2.12.0-
spark_3.3"}
)
def transform(input_df): 
    return input_df

Para ejecutar el trabajo del procesador de características de forma remota, debe proporcionar los 
paquetes, para lo cual debe definir SparkConfig y pasarlo al decorador @remote. En los paquetes 
de Spark en el siguiente ejemplo spark-snowflake_2.12 es la versión de Scala del procesador 
de características, 2.12.0 es la versión de Snowflake que desea utilizar y spark_3.3 es la versión 
de Spark del procesador de características.

from sagemaker.remote_function import remote
from sagemaker.remote_function.spark_config import SparkConfig

config = { 
    "Classification": "spark-defaults", 
    "Properties": { 
      "spark.jars.packages": "net.snowflake:spark-snowflake_2.12:2.12.0-spark_3.3" 
    }
}

@remote( 
    spark_config=SparkConfig(configuration=config), 
    instance_type="ml.m5.2xlarge",
)
@feature_processor( 
    inputs=[SnowflakeDataSource()], 
    output="feature-group-arn>", 
    target_stores=["OfflineStore"],
)
def transform(input_df): 
    return input_df
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Ejemplos de orígenes de datos personalizados de Databricks (JDBC)

Spark puede leer datos de Databricks mediante el controlador JDBC de Databricks. Para obtener 
información sobre el controlador JDBC de Databricks, consulte Configure the Databricks ODBC and 
JDBC drivers en la documentación de Databricks.

Note

Puede leer los datos de cualquier otra base de datos si incluye el controlador JDBC 
correspondiente en la ruta de clases de Spark. Para obtener más información, consulte JDBC 
To Other Databases en la Guía de Spark SQL.

Para crear la clase de origen de datos personalizado de Databricks, tendrá que anular el método
read_data de los Orígenes de datos personalizados y agregar paquetes de conectores Spark a la 
ruta de clases de Spark.

Para conectarse a un origen de datos de Databricks, necesita:

• URL de Databricks (databricks-url).

Para obtener información sobre la URL de Databricks, consulte Building the connection URL for the 
Databricks driver en la documentación de Databricks.

• Token de acceso personal de Databricks (personal-access-token).

Para obtener información sobre el token de acceso a Databricks, consulte Databricks personal 
access token authentication en la documentación de Databricks.

• Nombre del catálogo de datos (db-catalog).

Para obtener información sobre el nombre del catálogo de Databricks, consulte Catalog name en la 
documentación de Databricks.

• Nombre del esquema (db-schema).

Para obtener información sobre el nombre del esquema de Databricks, consulte Schema name en 
la documentación de Databricks.

• Nombre de la tabla (db-table-name).

Para obtener información sobre el nombre de la tabla de Databricks, consulte Table name en la 
documentación de Databricks.
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• De forma opcional, si utiliza Secrets Manager, necesitará el nombre del secreto (secret-
databricks-account-info) en el que guarda el nombre de usuario y contraseña de acceso a 
Databricks en Secrets Manager.

Para obtener más información acerca de Secrets Manager, consulte Buscar secretos en AWS 
Secrets Manager en la Guía del usuario de AWS Secrets Manager.

• Región de AWS (your-region)

Para obtener información sobre cómo obtener el nombre de la región de la sesión actual mediante 
el SDK para Python (Boto3), consulte region_name en la documentación de Boto3.

En el siguiente ejemplo se muestra cómo recuperar la URL de JDBC y el token de acceso 
personal de Secrets Manager y cómo sobrescribir read_data para su clase de origen de datos 
personalizado, DatabricksDataSource.

from sagemaker.feature_store.feature_processor import PySparkDataSource
import json
import boto3

class DatabricksDataSource(PySparkDataSource): 
     
    data_source_name = "Databricks" 
    data_source_unique_id = "databricks-url" 
     
    def read_data(self, spark, params): 
        secret_name = "secret-databricks-account-info" 
        region_name = "your-region" 

        session = boto3.session.Session() 
        sm_client = session.client( 
            service_name='secretsmanager', 
            region_name=region_name, 
        ) 
         
        secrets = json.loads(sm_client.get_secret_value(SecretId=secret_name)
["SecretString"]) 
        jdbc_url = secrets["jdbcurl"].replace("personal-access-token", secrets['pwd']) 
          
        return spark.read.format("jdbc") \ 
                        .option("url", jdbc_url) \ 
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                        .option("dbtable","`db-catalog`.`db-schema`.`db-table-name`") \ 
                        .option("driver", "com.simba.spark.jdbc.Driver") \ 
                        .load()

El siguiente ejemplo muestra cómo cargar el jar del controlador JDBC, jdbc-jar-file-name.jar, 
a Amazon S3 para agregarlo a la ruta de clases de Spark. Para obtener información sobre cómo 
descargar el controlador JDBC de Spark (jdbc-jar-file-name.jar) de Databricks, consulte
Download JDBC Driver en el sitio web de Databricks.

from sagemaker.feature_store.feature_processor import feature_processor 
     
@feature_processor( 
    inputs=[DatabricksDataSource()], 
    output=feature-group-arn, 
    target_stores=["OfflineStore"], 
    spark_config={"spark.jars": "s3://your-bucket-name/your-bucket-prefix/jdbc-jar-
file-name.jar"}
)
def transform(input_df): 
    return input_df

Para ejecutar el trabajo del procesador de características de forma remota, debe proporcionar los 
jars, para lo cual debe definir SparkConfig y pasarlo al decorador @remote.

from sagemaker.remote_function import remote
from sagemaker.remote_function.spark_config import SparkConfig

config = { 
    "Classification": "spark-defaults", 
    "Properties": { 
      "spark.jars": "s3://your-bucket-name/your-bucket-prefix/jdbc-jar-file-name.jar" 
    }
}

@remote( 
    spark_config=SparkConfig(configuration=config), 
    instance_type="ml.m5.2xlarge",
)
@feature_processor( 
    inputs=[DatabricksDataSource()], 
    output="feature-group-arn", 
    target_stores=["OfflineStore"],
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)
def transform(input_df): 
    return input_df

Ejemplos de orígenes de datos personalizados de transmisión

Puede conectarse a orígenes de datos de transmisión, como Amazon Kinesis, y crear 
transformaciones con Spark Structured Streaming para leer orígenes de datos de transmisión. Para 
obtener información sobre el conector de Kinesis, consulte Kinesis Connector para Spark Structured
Streaming en. GitHub Para obtener información sobre Amazon Kinesis, consulte What Is Amazon 
Kinesis Data Streams? en la Guía para desarrolladores de Amazon Kinesis.

Para crear la clase de origen de datos personalizado de Amazon Kinesis, tendrá que ampliar la clase
BaseDataSource y anular el método read_data de Orígenes de datos personalizados.

Para conectarse a un flujo de datos de Amazon Kinesis, necesita:

• ARN de Kinesis (kinesis-resource-arn).

Para obtener información sobre los ARN de flujos de datos de Kinesis, consulte Amazon Resource 
Names (ARNs) for Kinesis Data Streams en la Guía para desarrolladores de Amazon Kinesis.

• Nombre de flujo de datos de Kinesis (kinesis-stream-name).

• Región de AWS (your-region)

Para obtener información sobre cómo obtener el nombre de la región de la sesión actual mediante 
el SDK para Python (Boto3), consulte region_name en la documentación de Boto3.

from sagemaker.feature_store.feature_processor import BaseDataSource
from sagemaker.feature_store.feature_processor import feature_processor

class KinesisDataSource(BaseDataSource): 

    data_source_name = "Kinesis" 
    data_source_unique_id = "kinesis-resource-arn" 
     
    def read_data(self, spark, params):  
        return spark.readStream.format("kinesis") \ 
            .option("streamName", "kinesis-stream-name") \ 
            .option("awsUseInstanceProfile", "false") \ 
            .option("endpointUrl", "https://kinesis.your-region.amazonaws.com") 
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            .load()

En el siguiente ejemplo se muestra cómo conectar KinesisDataSource con el decorador
feature_processor.

from sagemaker.remote_function import remote
from sagemaker.remote_function.spark_config import SparkConfig
import feature_store_pyspark.FeatureStoreManager as fsm

def ingest_micro_batch_into_fg(input_df, epoch_id): 
    feature_group_arn = "feature-group-arn" 
    fsm.FeatureStoreManager().ingest_data( 
        input_data_frame = input_df, 
        feature_group_arn = feature_group_arn 
    )

@remote( 
    spark_config=SparkConfig( 
        configuration={ 
            "Classification": "spark-defaults",  
            "Properties":{ 
                "spark.sql.streaming.schemaInference": "true", 
                "spark.jars.packages": "com.roncemer.spark/spark-sql-
kinesis_2.13/1.2.2_spark-3.2" 
            } 
        } 
    ), 
    instance_type="ml.m5.2xlarge", 
    max_runtime_in_seconds=2419200 # 28 days
)
@feature_processor( 
    inputs=[KinesisDataSource()], 
    output="feature-group-arn"
)
def transform(input_df):     
    output_stream = ( 
        input_df.selectExpr("CAST(rand() AS STRING) as partitionKey", "CAST(data AS 
 STRING)") 
        .writeStream.foreachBatch(ingest_micro_batch_into_fg) 
        .trigger(processingTime="1 minute") 
        .option("checkpointLocation", "s3a://checkpoint-path") 
        .start() 
    ) 
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    output_stream.awaitTermination()

En el código de ejemplo anterior, se utilizan algunas opciones de la transmisión estructurada de 
Spark para transmitir microlotes al grupo de características. Para ver una lista completa de opciones, 
consulte la guía de programación de transmisión estructurada en la documentación de Apache 
Spark.

• El modo receptor foreachBatch es una característica que permite aplicar operaciones y escribir 
lógica en los datos de salida de cada microlote de una consulta de transmisión.

Para obtener más informaciónforeachBatch, consulte el uso de Foreach y la Guía de 
ForeachBatch programación de streaming estructurado de Apache Spark.

• La opción checkpointLocation guarda periódicamente el estado de la aplicación de 
transmisión. El registro de transmisión se guarda en la ubicación del punto de control s3a://
checkpoint-path.

Para obtener información sobre la opción checkpointLocation, consulte Recovering from 
Failures with Checkpointing en la guía de programación de transmisión estructurada de Apache 
Spark.

• La configuración trigger define la frecuencia con la que se desencadena el procesamiento por 
microlotes en una aplicación de transmisión. En el ejemplo, el tipo de desencadenador de tiempo 
de procesamiento se utiliza con intervalos de microlotes de un minuto, según lo especificado en
trigger(processingTime="1 minute"). Para reponer desde un origen de transmisión, 
puede usar el tipo de desencadenador disponible en este momento, según lo especificado en
trigger(availableNow=True).

Para ver una lista completa de tipos de trigger, consulte Triggers en la guía de programación de 
transmisión estructurada de Apache Spark.

Transmisiones continuas y reintentos automáticos mediante desencadenadores basados en eventos

El procesador de funciones utiliza SageMaker Training como infraestructura de cómputo y tiene 
un límite máximo de tiempo de ejecución de 28 días. Puede utilizar desencadenadores basados 
en eventos para ampliar la transmisión continua durante un período de tiempo más prolongado 
y recuperarse de errores transitorios. Para obtener más información sobre las ejecuciones 
programadas y basadas en eventos, consulte Ejecuciones programadas y basadas en eventos para 
las canalizaciones del procesador de características.
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A continuación, se muestra un ejemplo de cómo configurar un desencadenador basado en eventos 
para que la canalización del procesador de características de transmisión funcione de forma 
continua. Para ello se utiliza la función de transformación de transmisión definida en el ejemplo 
anterior. Es posible configurar una canalización objetivo para que se desencadene cuando se 
produzca un evento STOPPED o FAILED durante la ejecución de una canalización de origen. Tenga 
en cuenta que se utiliza la misma canalización como origen y objetivo para que se ejecute de forma 
continua.

import sagemaker.feature_store.feature_processor as fp
from sagemaker.feature_store.feature_processor import FeatureProcessorPipelineEvent
from sagemaker.feature_store.feature_processor import 
 FeatureProcessorPipelineExecutionStatus

streaming_pipeline_name = "streaming-pipeline"
streaming_pipeline_arn = fp.to_pipeline( 
    pipeline_name = streaming_pipeline_name, 
    step = transform # defined in previous section
)

fp.put_trigger( 
    source_pipeline_events=FeatureProcessorPipelineEvents( 
        pipeline_name=source_pipeline_name,  
        pipeline_execution_status=[ 
            FeatureProcessorPipelineExecutionStatus.STOPPED, 
            FeatureProcessorPipelineExecutionStatus.FAILED] 
    ), 
    target_pipeline=target_pipeline_name
)

Ejemplo de código de procesamiento de características para casos de uso 
habituales

Los siguientes ejemplos incluyen muestras de código de procesamiento de características para 
casos de uso habituales. Para ver un ejemplo de cuaderno más detallado que muestre casos de 
uso específicos, consulta el cuaderno de procesamiento de características de Amazon SageMaker 
Feature Store.

En los siguientes ejemplos, us-east-1 es la región del recurso, 111122223333 es el ID de 
la cuenta propietaria del recurso y your-feature-group-name es el nombre del grupo de 
características.
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El conjunto de datos transactions utilizado en los siguientes ejemplos tiene el siguiente esquema:

'FeatureDefinitions': [ 
  {'FeatureName': 'txn_id', 'FeatureType': 'String'}, 
  {'FeatureName': 'txn_time', 'FeatureType': 'String'}, 
  {'FeatureName': 'credit_card_num', 'FeatureType': 'String'}, 
  {'FeatureName': 'txn_amount', 'FeatureType': 'Fractional'}
]

Temas

• Unión de datos desde varios orígenes de datos

• Agregación en ventanas deslizantes

• Agregación en ventanas de saltos de tamaño constante

• Promoción del almacenamiento sin conexión al almacenamiento en línea

• Transformaciones con la biblioteca Pandas

• Ejecuciones continuas y reintentos automáticos mediante desencadenadores basados en eventos

Unión de datos desde varios orígenes de datos

@feature_processor( 
    inputs=[ 
        CSVDataSource('s3://bucket/customer'),  
        FeatureGroupDataSource('transactions') 
    ], 
    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'
)
def join(transactions_df, customer_df): 
  '''Combine two data sources with an inner join on a common column''' 

  return transactions_df.join( 
    customer_df, transactions_df.customer_id == customer_df.customer_id, "inner" 
  )

Agregación en ventanas deslizantes

@feature_processor( 
    inputs=[FeatureGroupDataSource('transactions')], 
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    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'
)
def sliding_window_aggregates(transactions_df): 
    '''Aggregates over 1-week windows, across 1-day sliding windows.''' 
    from pyspark.sql.functions import window, avg, count 
     
    return ( 
        transactions_df 
            .groupBy("credit_card_num", window("txn_time", "1 week", "1 day")) 
            .agg(avg("txn_amount").alias("avg_week"), count("*").alias("count_week"))  
            .orderBy("window.start") 
            .select("credit_card_num", "window.start", "avg_week", "count_week") 
    )

Agregación en ventanas de saltos de tamaño constante

@feature_processor( 
    inputs=[FeatureGroupDataSource('transactions')], 
    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'
)
def tumbling_window_aggregates(transactions_df, spark): 
    '''Aggregates over 1-week windows, across 1-day tumbling windows, as a SQL 
 query.''' 

    transactions_df.createOrReplaceTempView('transactions') 
    return spark.sql(f''' 
        SELECT credit_card_num, window.start, AVG(amount) AS avg, COUNT(*) AS count   
        FROM transactions 
        GROUP BY credit_card_num, window(txn_time, "1 week")   
        ORDER BY window.start 
    ''')

Promoción del almacenamiento sin conexión al almacenamiento en línea

@feature_processor( 
    inputs=[FeatureGroupDataSource('transactions')], 
    target_stores=['OnlineStore'], 
    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/transactions'
)
def offline_to_online(): 
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    '''Move data from the offline store to the online store of the same feature 
 group.''' 

    transactions_df.createOrReplaceTempView('transactions') 
    return spark.sql(f''' 
        SELECT txn_id, txn_time, credit_card_num, amount 
        FROM 
            (SELECT *, 
            row_number() 
            OVER 
                (PARTITION BY txn_id 
                ORDER BY "txn_time" DESC, Api_Invocation_Time DESC, write_time DESC) 
            AS row_number 
            FROM transactions) 
        WHERE row_number = 1 
    ''')

Transformaciones con la biblioteca Pandas

Transformaciones con la biblioteca Pandas

@feature_processor( 
    inputs=[FeatureGroupDataSource('transactions')], 
    target_stores=['OnlineStore'], 
    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/transactions'
)
def pandas(transactions_df): 
    '''Author transformations using the Pandas interface. 
     
    Requires PyArrow to be installed via pip. 
    For more details: https://spark.apache.org/docs/latest/api/python/user_guide/
pandas_on_spark 
    ''' 
    import pyspark.pandas as ps 
     
    # PySpark DF to Pandas-On-Spark DF (Distributed DF with Pandas interface). 
    pandas_on_spark_df = transactions_df.pandas_api() 
    # Pandas-On-Spark DF to Pandas DF (Single Machine Only). 
    pandas_df = pandas_on_spark_df.to_pandas() 
     
    # Reverse: Pandas DF to Pandas-On-Spark DF 
    pandas_on_spark_df = ps.from_pandas(pandas_df) 
    # Reverse: Pandas-On-Spark DF to PySpark DF 
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    spark_df = pandas_on_spark_df.to_spark() 
     
    return spark_df

Ejecuciones continuas y reintentos automáticos mediante desencadenadores basados 
en eventos

from sagemaker.feature_store.feature_processor import put_trigger, to_pipeline, 
 FeatureProcessorPipelineEvent
from sagemaker.feature_store.feature_processor import 
 FeatureProcessorPipelineExecutionStatus

streaming_pipeline_name = "target-pipeline"

to_pipeline( 
    pipeline_name=streaming_pipeline_name, 
    step=transform
)

put_trigger( 
    source_pipeline_events=[ 
        FeatureProcessorPipelineEvent( 
            pipeline_name=streaming_pipeline_name,  
            pipeline_execution_status=[ 
            FeatureProcessorPipelineExecutionStatus.STOPPED, 
            FeatureProcessorPipelineExecutionStatus.FAILED] 
        ) 
    ], 
    target_pipeline=streaming_pipeline_name
)

Duración del tiempo de vida (TTL) de los registros

Amazon SageMaker Feature Store ofrece la opción de eliminar de forma definitiva los registros 
de la tienda en línea una vez transcurrido un tiempo, con la duración del tiempo de vida (TTL) 
(TtlDuration). El registro caducará cuando se alcance el EventTime más TtlDuration del 
registro, o ExpiresAt = EventTime + TtlDuration. La TtlDuration se puede aplicar a 
nivel de grupo de características, donde todos los registros del grupo de características tendrán 
la TtlDuration de forma predeterminada, o a nivel de registro individual. Si no se especifica la
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TtlDuration, el valor predeterminado es null y el registro permanecerá en el almacenamiento en 
línea hasta que se sobrescriba.

Un registro eliminado mediante TtlDuration se elimina de forma permanente, es decir, se elimina 
definitivamente del almacenamiento en línea, y el registro eliminado se agrega al almacenamiento sin 
conexión. Para obtener más información sobre los modos de borrado y borrado definitivos, consulta
DeleteRecordla guía de referencia de las SageMaker API de Amazon. Cuando un registro se 
elimina de forma permanente, se vuelve inmediatamente inaccesible mediante las API de Feature 
Store.

Important

TTL suele eliminar los elementos caducados en pocos días. En función del tamaño y el nivel 
de actividad de una tabla, la operación de eliminación real de un elemento vencido puede 
variar. Debido a que TTL está destinado a ser un proceso en segundo plano, la naturaleza 
de la capacidad utilizada para el vencimiento y la eliminación de elementos a través de 
TTL es variable (pero gratuita). Para obtener más información sobre cómo se eliminan los 
elementos de una tabla de DynamoDB, consulte Cómo funciona: uso del período de vida (TL) 
de DynamoDB.

TtlDuration debe ser un diccionario que contenga una Unit y un Value. La Unit debe ser una 
cadena con los valores “segundos”, “minutos”, “horas”, “días” o “semanas” y el Value debe ser un 
número entero mayor o igual a 1. La TtlDuration se puede aplicar mientras se utilizan las API
CreateFeatureGroup, UpdateFeatureGroup y PutRecord. Consulte la sintaxis de solicitud y 
respuesta en la documentación del SDK para Python (Boto3) para las API CreateFeatureGroup,
UpdateFeatureGroup y PutRecord.

• Cuando la TtlDuration se aplica a nivel de grupo de características (mediante las API
CreateFeatureGroup o UpdateFeatureGroup), la TtlDuration aplicada pasa a ser 
la TtlDuration predeterminada para todos los registros que se agreguen al grupo de 
características desde el momento en que se llama a la API. Al aplicar la TtlDuration con la API
UpdateFeatureGroup, no se convertirá en la TtlDuration predeterminada para los registros 
que se crearon antes de que se llamara a la API.

• Cuando la TtlDuration se aplica a nivel de registro (por ejemplo, mediante una API
PutRecord), la duración de la TtlDuration se aplica a ese registro y se utiliza en lugar de la
TtlDuration predeterminada a nivel de grupo de características.
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• Cuando la TtlDuration se aplica a nivel de grupo de características, es posible que la
TtlDuration tarde unos minutos en surtir efecto.

• Si la TtlDuration se usa cuando no hay un almacenamiento en línea, recibirá un mensaje de 
error Validation Exception (400).

El siguiente código de ejemplo muestra cómo aplicar la TtlDuration al actualizar un grupo de 
características, de modo que los registros que se agreguen al grupo de características después de 
ejecutar la API caduquen, de forma predeterminada, cuatro semanas después de la hora del evento.

import boto3

sagemaker_client = boto3.client("sagemaker")
feature_group_name = '<YOUR_FEATURE_GROUP_NAME>'

sagemaker_client.update_feature_group( 
    FeatureGroupName=feature_group_name, 
    OnlineStoreConfig={ 
        TtlDuration:{ 
            Unit: "Weeks", 
            Value: 4 
        } 
    }
)

Puede usar la API DescribeFeatureGroup para ver la TtlDuration predeterminada.

Para ver los momentos de caducidad, ExpiresAt (horario UTC, formato ISO-8601), mientras utilice 
las API GetRecordo BatchGetRecord debe configurar ExpirationTimeResponse en ENABLED. 
Consulte la sintaxis de solicitud y respuesta en la documentación del SDK para Python (Boto3) para 
las API DescribeFeatureGroup, GetRecord y BatchGetRecord.

Detección y acceso a grupos de características entre cuentas

Los científicos e ingenieros de datos pueden aprovechar la oportunidad de explorar y acceder a 
características que abarcan varias cuentas, a fin de promover la coherencia de datos, agilizar la 
colaboración y reducir la duplicación de esfuerzos.

Con Amazon SageMaker Feature Store, puedes compartir recursos de grupos de funciones entre 
cuentas. Los recursos que se pueden compartir en el almacén de características son las entidades 
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del grupo de características o el catálogo del grupo de características, donde el catálogo del grupo 
de características contiene todas las entidades del grupo de características de su cuenta. La cuenta 
propietaria del recurso comparte los recursos con las cuentas consumidoras del recurso. Hay dos 
categorías distintas de permisos asociados al uso compartido de recursos:

• Permiso de detección: la detección significa poder ver los nombres y metadatos de los grupos 
de características. Cuando se comparte el catálogo del grupo de características y se concede 
el permiso de detección, todas las entidades del grupo de características de la cuenta desde la 
que se comparte (cuenta propietaria del recurso) pasan a poder ser detectadas por las cuentas 
con las que se comparte (cuenta consumidora del recurso). Por ejemplo, si hace que una cuenta 
consumidora del recurso pueda detectar el catálogo del grupo de características de la cuenta 
propietaria del recurso, las entidades principales de la cuenta consumidora del recurso podrán ver 
todos los grupos de características contenidos en la cuenta propietaria del recurso. Esto significa 
que la detección es “todo o nada” a nivel de cuenta (regionalizada). Este permiso se concede 
a las cuentas consumidoras de recursos mediante el tipo de recurso del catálogo del grupo de 
características.

• Permisos de acceso: los permisos de acceso se conceden a nivel de recurso del grupo de 
características (no a nivel de cuenta). Esto da un control más detallado sobre la concesión del 
acceso a los datos. Los tipos de permisos de acceso que se pueden conceder son: solo lectura, 
lectura-escritura y administrador. Por ejemplo, puede seleccionar que las entidades principales 
de la cuenta consumidora del recurso solo puedan acceder a algunos grupos de características 
de la cuenta propietaria del recurso, en función de las necesidades de la empresa. Este permiso 
se concede a las cuentas consumidoras de recursos mediante el tipo de recurso del catálogo del 
grupo de características y especificando las entidades del grupo de características.

Es importante tener en cuenta la distinción entre detección y acceso al configurar el uso compartido 
entre cuentas. Además, los métodos para compartir recursos varían en función de si se comparten 
grupos de características en línea o sin conexión. Para obtener información sobre los grupos de 
características en línea y sin conexión, consulte Conceptos del almacén de características. En los 
siguientes temas, puede obtener información sobre cómo aplicar los permisos de detección y acceso 
a sus recursos compartidos.

El siguiente diagrama de ejemplo muestra el recurso del catálogo del grupo de características en 
comparación con una entidad del recurso de grupo de características. El catálogo del grupo de 
características contiene todas las entidades del grupo de características y se puede compartir con 
el permiso de detección. Cuando se le concede un permiso de detección, la cuenta consumidora 
del recurso puede buscar y detectar todas las entidades del grupo de características de la cuenta 
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propietaria del recurso. Una entidad del grupo de características contiene sus datos de machine 
learning y se puede compartir con el permiso de acceso. Cuando se le concede un permiso de 
acceso, la cuenta consumidora del recurso puede acceder a los datos del grupo de características, 
con el acceso determinado por el permiso de acceso correspondiente.

Temas

• Habilitar la detección entre cuentas

• Habilitar el acceso entre cuentas
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Habilitar la detección entre cuentas

Con AWS Resource Access Manager (AWS RAM) puede compartir de forma segura el catálogo 
del grupo de características, que contiene todos sus grupos de características y recursos de 
características, con otras Cuentas de AWS. Esto permite a los miembros del equipo buscar y 
detectar grupos de características y características que abarcan varias cuentas, lo que promueve la 
coherencia de datos, agiliza la colaboración y reduce la duplicación de esfuerzos.

La cuenta propietaria del recurso puede compartir recursos con otras Cuentas de AWS individuales 
mediante la concesión de permisos con AWS RAM. La cuenta consumidora del recurso es la 
Cuenta de AWS con la que se comparte un recurso y está limitada por los permisos otorgados por la 
cuenta propietaria del recurso. Si es una organización, puede aprovechar AWS Organizations, con 
quien puede compartir recursos con las Cuentas de AWS individuales, con todas las cuentas de su 
organización o de una unidad organizativa (OU), sin tener que aplicar permisos a cada cuenta. Para 
ver vídeos educativos y más información sobre los conceptos y las ventajas de AWS RAM, consulte
What is AWS Resource Access Manager? en la Guía del usuario de AWS RAM.

En esta sección se explica cómo la cuenta propietaria del recurso puede elegir el catálogo del grupo 
de características y conceder el privilegio de detección a las cuentas consumidoras de recursos y, 
a continuación, cómo las cuentas consumidoras de recursos con el privilegio de detección pueden 
utilizar la función de búsqueda y detectar los grupos de características de la cuenta propietaria del 
recurso. El permiso de detección no otorga permisos de acceso (solo lectura, lectura-escritura o 
administrador). Los permisos de acceso se otorgan a nivel de recursos y no a nivel de cuenta. Para 
obtener información acerca de cómo otorgar permisos de acceso, consulte Habilitar el acceso entre 
cuentas.

En los siguientes temas se explica cómo compartir el catálogo del grupo de características y cómo 
buscar recursos compartidos con los permisos de detección aplicados.

Temas

• Compartir el catálogo del grupo de características

• Búsqueda de recursos detectables

Compartir el catálogo del grupo de características

El catálogo del grupo de características, DefaultFeatureGroupCatalog, contiene todas  las 
entidades del grupo de características que son propiedad de la cuenta propietaria del recurso. 
La cuenta propietaria del recurso puede compartir el catálogo para permitir la detección de una 
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o varias cuentas consumidoras de recursos mediante la creación de un recurso compartido 
en AWS Resource Access Manager (AWS RAM). Un grupo de características es el recurso 
principal de Amazon SageMaker Feature Store y se compone de definiciones de características y 
registros gestionados por Feature Store. Para obtener más información acerca de los grupos de 
características, consulte Conceptos del almacén de características.

La capacidad de detección significa que las cuentas consumidoras de recursos pueden buscar los 
recursos detectables y verlos como si estuvieran en su propia cuenta (salvo etiquetas). Al permitir 
que se pueda detectar el catálogo del grupo de características, las cuentas consumidoras de 
recursos no reciben de forma predeterminada permisos de acceso (solo lectura, lectura-escritura o 
administrador). Los permisos de acceso se otorgan a nivel de recursos y no a nivel de cuenta. Para 
obtener información acerca de cómo otorgar permisos de acceso, consulte Habilitar el acceso entre 
cuentas.

Para permitir la detección entre cuentas, tendrá que especificar el catálogo de SageMaker recursos y 
el catálogo de grupos de características y, al mismo tiempo, seguir las instrucciones AWS RAMpara 
crear un recurso compartido de recursos de la guía para AWS RAM desarrolladores. A continuación, 
se ofrecen las especificaciones para utilizar las instrucciones de la consola de AWS RAM.

1. Especifique los detalles del recurso compartido:

• Tipo de recurso: elija catálogos SageMaker de recursos.

• ARN: elija el ARN del catálogo del grupo de características con el formato:
arn:aws:sagemaker:us-east-1:111122223333:sagemaker-catalog/
DefaultFeatureGroupCatalog.

us-east-1 es la región del recurso y 111122223333 es el ID de la cuenta propietaria del 
recurso.

• ID de recurso: elija DefaultFeatureGroupCatalog.

2. Asocie los permisos administrados:

• Permiso administrado: elija AWSRAMPermissionSageMakerCatalogResourceSearch.

3. Conceda acceso a las entidades principales:

• Elija los tipos de entidades principales (Cuenta de AWS, organización o unidad organizativa) e 
introduzca el identificador correspondiente.

Si es una organización, puede aprovechar AWS Organizations, con quien puede compartir 
recursos con las Cuentas de AWS individuales, con todas las cuentas de su organización o 
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con una unidad organizativa (OU), sin tener que aplicar permisos a cada cuenta. Para obtener 
más información sobre cómo compartir sus recursos y conceder permisos en AWS, consulte
Enable resource sharing within AWS Organizations en la Guía para desarrolladores de AWS 
Resource Access Manager.

4. Revise y cree:

• Revise y, a continuación, elija Crear recurso compartido.

Las asociaciones del recurso compartido y la entidad principal, o la cuenta del recurso compartido, 
pueden tardar unos minutos en completarse. Una vez establecidas la cuota de recursos y las 
asociaciones de entidades principales, las cuentas consumidoras de recursos especificadas reciben 
una invitación para unirse al recurso compartido. Las cuentas consumidoras de recursos pueden 
ver y aceptar las invitaciones si abren la página Compartido conmigo: recursos compartidos en la 
consola de AWS RAM. Para obtener más información sobre cómo aceptar y ver los recursos en AWS 
RAM, consulte Access AWS resources shared with you. No se envían invitaciones en los siguientes 
casos:

• Si forma parte de una organización en AWS Organizations y el uso compartido en la organización 
está habilitado, las entidades principales de su organización obtienen acceso automáticamente a 
los recursos compartidos y no reciben estas invitaciones.

• Si comparte con la Cuenta de AWS que es propietaria del recurso, las entidades principales de esa 
cuenta tendrán acceso automáticamente a los recursos compartidos sin necesidad de invitaciones.

Para obtener más información sobre la aceptación y el uso de un recurso compartido, consulte
Búsqueda de recursos detectables.

Compartir el catálogo del grupo de características mediante el AWS SDK for Python (Boto3)

Puede usar el AWS SDK for Python (Boto3) para las API de AWS RAM para crear un recurso 
compartido. El siguiente código es un ejemplo de un ID de cuenta propietaria de un recurso
111122223333 en la región us-east-1 que crea un recurso compartido denominado test-
cross-account-catalog y comparte el catálogo del grupo de características con el ID de cuenta 
consumidora del recurso 444455556666. Para usar el SDK de Python para las API de AWS RAM, 
asocie la política AWSRAMPermissionSageMakerCatalogResourceSearch al rol de ejecución. 
Consulte las APIS de AWS RAM para obtener más detalles.

#Call list resource catalogs as a prerequisite for RAM share
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sagemaker_client.list_resource_catalogs()

# Share DefaultFeatureGroupCatalog with other account
ram_client = boto3.client("ram")
response = ram_client.create_resource_share( 
    name='test-cross-account-catalog', # Change to your custom resource share name 
    resourceArns=[ 
        'arn:aws:sagemaker:us-east-1:111122223333:sagemaker-catalog/' + 
 'DefaultFeatureGroupCatalog', # Change 111122223333 to the resource owner account ID 
    ], 
    principals=[ 
        '444455556666', # Change 444455556666 to the resource consumer account ID 
    ], 
    permissionArns = ["arn:aws:ram::aws:permission/
AWSRAMPermissionSageMakerCatalogResourceSearch"] # 
 AWSRAMPermissionSageMakerCatalogResourceSearch is the only policy allowed for 
 SageMaker Catalog
)

Las entidades principales son actores de un sistema de seguridad. En una política basada en 
recursos, las entidades principales permitidas son los usuarios de IAM, los roles de IAM, la cuenta 
raíz u otro servicio de AWS.

Búsqueda de recursos detectables

La cuenta propietaria del recurso debe conceder permisos a las cuentas consumidoras de recursos 
para que puedan ser detectadas o tengan privilegios de acceso (solo lectura, lectura-escritura o 
administrador) a un recurso compartido. En las siguientes secciones, se proporcionan instrucciones 
sobre cómo aceptar una invitación a recursos compartidos y ejemplos que muestran cómo buscar 
grupos de características detectables.

Aceptar una invitación a recursos compartidos

Como cuenta consumidora del recurso, recibirá una invitación para unirse a un recurso compartido 
una vez que la cuenta propietaria del recurso le haya concedido permiso. Para aceptar la invitación a 
un recurso compartido, abra la página Compartidos conmigo: recursos compartidos en la consola de 
AWS RAM para ver las invitaciones y responder a las invitaciones. No se envían invitaciones en los 
siguientes casos:

• Si forma parte de una organización en AWS Organizations y el uso compartido en la organización 
está habilitado, las entidades principales de su organización obtienen acceso automáticamente a 
los recursos compartidos y no reciben estas invitaciones.
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• Si comparte con la Cuenta de AWS que es propietaria del recurso, las entidades principales de esa 
cuenta tendrán acceso automáticamente a los recursos compartidos sin necesidad de invitaciones.

Para obtener más información sobre la aceptación y el uso de un recurso compartido en AWS RAM, 
consulte Respond to the resource share invitation.

Ejemplo de búsqueda de grupos de características detectables

Una vez que los recursos se comparten con una cuenta de consumidor de recursos con el permiso 
de detección aplicado, la cuenta de consumidor de recursos puede buscar y descubrir los recursos 
compartidos en Amazon SageMaker Feature Store mediante la interfaz de usuario de la consola y el 
SDK de Feature Store. Tenga en cuenta que no puede buscar en las etiquetas para recursos entre 
cuentas. El número máximo de catálogos de grupos de características visibles es 1000. Para obtener 
más información sobre cómo conceder permisos de detección, consulte Habilitar la detección entre 
cuentas.

Para obtener más información sobre la visualización de los grupos de funciones compartidos en la 
consola, consulteBúsqueda de grupos de características en el almacén de características.

En el ejemplo siguiente, la cuenta del consumidor de recursos utiliza la SageMaker búsqueda para 
buscar los recursos que puedan detectar cuando CrossAccountFilterOption se establece en:
"CrossAccount"

from sagemaker.session import Session

sagemaker_session = Session(boto_session=boto_session)

sagemaker_session.search( 
    resource="FeatureGroup", 
    search_expression={ 
        "Filters": [ 
            { 
                "Name": "FeatureGroupName", 
                "Value": "MyFeatureGroup", 
                "Operator": "Contains", 
            } 
        ], 
        "Operator": "And", 
    }, 
    sort_by="Name", 
    sort_order="Ascending", 

Habilitar la detección entre cuentas 2638

https://docs.aws.amazon.com/ram/latest/userguide/getting-started-shared.html


Amazon SageMaker Guía para desarrolladores

    next_token="token", 
    max_results=50, 
    CrossAccountFilterOption="CrossAccount"
)

Para obtener más información sobre los parámetros de SageMaker búsqueda y solicitud, consulta
Buscar en la referencia de la SageMaker API de Amazon.

Habilitar el acceso entre cuentas

Los permisos de acceso son de solo lectura, lectura-escritura y administrador. A continuación, se 
muestran el nombre del permiso, la descripción y la lista de API específicas disponibles para cada 
permiso:

• Permiso de solo lectura (AWSRAMPermissionFeatureGroupReadOnly): el privilegio de lectura 
permite a las cuentas consumidoras de recursos leer los registros de los grupos de características 
compartidos y ver los detalles y los metadatos.

• DescribeFeatureGroup: recupera detalles sobre un grupo de características y su 
configuración.

• DescribeFeatureMetadata: muestra los metadatos de una característica dentro de un grupo 
de características.

• BatchGetRecord: recupera un lote de registros de un grupo de características.

• GetRecord: recupera un registro de un grupo de características.

• Permiso de lectura-escritura (AWSRAMPermissionSagemakerFeatureGroupReadWrite): 
además del permiso de lectura, el privilegio de lectura y escritura permite a las cuentas 
consumidoras de recursos escribir registros en los grupos de características compartidos y 
eliminarlos de ellos.

• PutRecord: escribe un registro en un grupo de características.

• DeleteRecord: elimina un registro de un grupo de características.

• Las API se enumeran en AWSRAMPermissionFeatureGroupReadOnly.

• Permiso de administrador (AWSRAMPermissionSagemakerFeatureGroupAdmin): además 
de los permisos de lectura y escritura, el privilegio de administrador permite a las cuentas 
consumidoras de recursos actualizar la descripción y los parámetros de las características de los 
grupos de características compartidos y actualizar la configuración de los grupos de características 
compartidos.
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• DescribeFeatureMetadata: muestra los metadatos de una característica dentro de un grupo 
de características.

• UpdateFeatureGroup: actualiza la configuración de un grupo de características.

• UpdateFeatureMetadata: actualiza la descripción y los parámetros de una característica del 
grupo de características.

• Las API se enumeran en AWSRAMPermissionSagemakerFeatureGroupReadWrite.

En los siguientes temas, aprenderá a compartir grupos de características de almacenamiento en 
línea y sin conexión; hay diferencias entre ambos en lo que respecta al uso compartido.

Temas

• Comparte grupos de características en línea con AWS Resource Access Manager

• Acceso al almacenamiento sin conexión entre cuentas

Comparte grupos de características en línea con AWS Resource Access Manager

Con AWS Resource Access Manager (AWS RAM) puedes compartir de forma segura los grupos de 
funciones en línea de Amazon SageMaker Feature Store con otrosCuentas de AWS. Esto permite a 
los miembros del equipo buscar y acceder a grupos de características que abarcan varias cuentas, lo 
que promueve la coherencia de datos, agiliza la colaboración y reduce la duplicación de esfuerzos.

La cuenta propietaria del recurso puede compartir recursos con otras Cuentas de AWS individuales 
mediante la concesión de permisos con AWS RAM. La cuenta consumidora del recurso es la 
Cuenta de AWS con la que se comparte un recurso y está limitada por los permisos otorgados por la 
cuenta propietaria del recurso. Si es una organización, puede aprovechar AWS Organizations, con 
quien puede compartir recursos con las Cuentas de AWS individuales, con todas las cuentas de su 
organización o de una unidad organizativa (OU), sin tener que aplicar permisos a cada cuenta. Para 
ver vídeos educativos y más información sobre los conceptos y las ventajas de AWS RAM, consulte
What is AWS Resource Access Manager? en la Guía del usuario de AWS RAM.

Tenga en cuenta que hay un límite máximo flexible para las transacciones por segundo (TPS) 
por API y por Cuenta de AWS. El límite máximo de TPS se aplica a todas las transacciones de 
los recursos de la cuenta propietaria del recurso, por lo que las transacciones de las cuentas 
consumidoras de recursos también se tienen en cuenta para este límite máximo. Para obtener más 
información acerca de las cuotas de servicio y cómo solicitar un aumento de cuota, consulte AWS 
service quotas.
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En esta sección, se explica cómo la cuenta propietaria del recurso puede elegir grupos de 
características y conceder privilegios de acceso (solo lectura, lectura-escritura y administrador) 
a las cuentas consumidoras de recursos y, a continuación, cómo las cuentas consumidoras de 
recursos con privilegios de acceso pueden utilizar esos grupos de características. Los permisos 
de acceso no permiten que las cuentas consumidoras de recursos busquen y detecten grupos 
de características. Para permitir que las cuentas consumidoras de recursos busquen y detecten 
grupos de características de la cuenta propietaria del recurso, la cuenta propietaria del recurso debe 
conceder el permiso de detección a las cuentas consumidoras de recursos, de forma que dichas 
cuentas puedan detectar todos los grupos de características de la cuenta propietaria del recurso. 
Para obtener más información sobre cómo conceder permisos de detección, consulte Habilitar la 
detección entre cuentas.

Los siguientes temas muestran cómo compartir los recursos de almacenamiento en línea del 
almacén de características mediante la consola de AWS RAM. Para obtener información sobre 
cómo compartir recursos y conceder permisos en AWS mediante la consola de AWS RAM o la AWS 
Command Line Interface (AWS CLI), consulte Sharing your AWS resources.

Temas

• Compartir entidades del grupo de características

• Uso de los recursos compartidos del almacenamiento en línea con permisos de acceso

Compartir entidades del grupo de características

Como cuenta de propietario del recurso, puedes usar el tipo de recurso de grupo de características 
de Amazon SageMaker Feature Store para compartir entidades de grupos de características, 
creando un recurso compartido en AWS Resource Access Manager (AWS RAM).

Utilice las siguientes instrucciones junto con las instrucciones para compartir los recursos de AWS de 
la Guía del usuario de AWS RAM.

Al compartir el tipo de recurso del grupo de características mediante la consola de AWS RAM, debe 
hacer las siguientes elecciones.

1. Especifique los detalles del recurso compartido:

• Tipo de recurso: elija grupos de SageMaker características.

• ARN: elija el ARN del grupo de características con el formato: arn:aws:sagemaker:us-
east-1:111122223333:feature-group/your-feature-group-name.
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us-east-1 es la región del recurso, 111122223333 es el ID de la cuenta propietaria del 
recurso y your-feature-group-name es el grupo de características que comparte.

• ID de recurso: elija el grupo de características, your-feature-group-name, al que desea 
conceder permisos de acceso.

2. Asocie los permisos administrados:

• Permiso administrado: elija el permiso de acceso. Para obtener más información acerca de los 
permisos de acceso, consulte Habilitar el acceso entre cuentas.

3. Conceda acceso a las entidades principales:

• Elija el tipo de entidad principal (Cuenta de AWS, organización, unidad organizativa, rol de 
IAM o usuario de IAM) e introduzca el ID o el ARN correspondientes.

4. Revise y cree:

• Revise y, a continuación, elija Crear recurso compartido.

La concesión de un permiso de acceso no otorga a las cuentas consumidoras de recursos el permiso 
de detección, por lo que las cuentas consumidoras de recursos con permisos de acceso no pueden 
buscar ni detectar esos grupos de características. Para permitir que las cuentas consumidoras 
de recursos busquen y detecten grupos de características de la cuenta propietaria del recurso, la 
cuenta propietaria del recurso debe conceder el permiso de detección a las cuentas consumidoras 
de recursos, de forma que dichas cuentas puedan detectar todos los grupos de características de 
la cuenta propietaria del recurso. Para obtener más información sobre cómo conceder permisos de 
detección, consulte Habilitar la detección entre cuentas.

Si las cuentas consumidoras de recursos solo reciben permisos de acceso, las entidades del grupo 
de características se pueden ver en AWS RAM. Para ver los recursos en AWS RAM, consulte
Access AWS resources shared with you en la Guía del usuario de AWS RAM.

Las asociaciones del recurso compartido y la entidad principal, o la cuenta del recurso compartido, 
pueden tardar unos minutos en completarse. Una vez establecidas la cuota de recursos y las 
asociaciones de entidades principales, las cuentas consumidoras de recursos especificadas reciben 
una invitación para unirse al recurso compartido. Las cuentas consumidoras de recursos pueden 
ver y aceptar las invitaciones si abren la página Compartido conmigo: recursos compartidos en la 
consola de AWS RAM. No se envían invitaciones en los siguientes casos:
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• Si forma parte de una organización en AWS Organizations y el uso compartido en la organización 
está habilitado, las entidades principales de su organización obtienen acceso automáticamente a 
los recursos compartidos y no reciben estas invitaciones.

• Si comparte con la Cuenta de AWS que es propietaria del recurso, las entidades principales de esa 
cuenta tendrán acceso automáticamente a los recursos compartidos sin necesidad de invitaciones.

Para obtener más información sobre la aceptación y el uso de recursos compartidos en AWS RAM, 
consulte Using shared AWS resources en la Guía del usuario de AWS RAM.

Compartir grupos de características del almacenamiento en línea mediante el AWS SDK for Python 
(Boto3)

Puede usar el AWS SDK for Python (Boto3) para las API de AWS RAM para crear un recurso 
compartido. El siguiente código es un ejemplo de un ID de cuenta propietaria de un recurso
111122223333 que crea un recurso compartido denominado 'test-cross-account-
fg' y comparte el grupo de características denominado 'my-feature-group' con el 
ID de cuenta consumidora del recurso 444455556666 a la vez que otorga el permiso
AWSRAMPermissionSageMakerFeatureGroupReadOnly. Para obtener más información acerca 
de los permisos de acceso, consulte Habilitar el acceso entre cuentas. Para usar el SDK de Python 
para las API de AWS RAM, asocie la política administrada de acceso total a AWS RAM con rol de 
ejecución. Consulte la API create_resource_share de AWS RAM para obtener más información.

import boto3

# Choose feature group name
feature_group_name = 'my-feature-group' # Change to your feature group name  

# Share 'my-feature-group' with other account
ram_client = boto3.client("ram")
response = ram_client.create_resource_share( 
    name='test-cross-account-fg', # Change to your custom resource share name 
    resourceArns=[ 
        'arn:aws:sagemaker:us-east-1:111122223333:feature-group/' + feature_group_name, 
 # Change 111122223333 to the resource owner account ID 
    ], 
    principals=[ 
        '444455556666', # Change 444455556666 to the resource consumer account ID 
    ], 
    permissionArns = ["arn:aws:ram::aws:permission/
AWSRAMPermissionSageMakerFeatureGroupReadOnly"]
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)

Las entidades principales son actores de un sistema de seguridad. En una política basada en 
recursos, las entidades principales permitidas son los usuarios de IAM, los roles de IAM, la cuenta 
raíz u otro Servicio de AWS.

Uso de los recursos compartidos del almacenamiento en línea con permisos de acceso

La cuenta propietaria del recurso debe conceder permisos a las cuentas consumidoras de recursos 
para que puedan ser detectadas o tengan privilegios de solo lectura, lectura-escritura o administrador 
con un recurso compartido. En las siguientes secciones, se proporcionan instrucciones sobre 
cómo aceptar una invitación para acceder a recursos compartidos y se proporcionan ejemplos que 
muestran cómo ver e interactuar con grupos de características compartidos.

Aceptar una invitación para acceder a recursos compartidos con AWS RAM

Como cuenta consumidora del recurso, recibirá una invitación para unirse a un recurso compartido 
una vez que la cuenta propietaria del recurso le haya concedido permiso. Para aceptar la invitación a 
un recurso compartido, abra la página Compartidos conmigo: recursos compartidos en la consola de 
AWS RAM para ver las invitaciones y responder a las invitaciones. No se envían invitaciones en los 
siguientes casos:

• Si forma parte de una organización en AWS Organizations y el uso compartido en la organización 
está habilitado, las entidades principales de su organización obtienen acceso automáticamente a 
los recursos compartidos y no reciben estas invitaciones.

• Si comparte con la Cuenta de AWS que es propietaria del recurso, las entidades principales de esa 
cuenta tendrán acceso automáticamente a los recursos compartidos sin necesidad de invitaciones.

Para obtener más información sobre la aceptación y el uso de recursos compartidos en AWS RAM, 
consulte Using shared AWS resources en la Guía del usuario de AWS RAM.

Ver los recursos compartidos en la consola de AWS RAM

La concesión de permisos de acceso no otorga a las cuentas consumidoras de recursos el permiso 
de detección, por lo que las cuentas consumidoras de recursos con permisos de acceso no pueden 
buscar ni detectar esos grupos de características. Para permitir que las cuentas consumidoras 
de recursos busquen y detecten grupos de características de la cuenta propietaria del recurso, la 
cuenta propietaria del recurso debe conceder el permiso de detección a las cuentas consumidoras 
de recursos, de forma que dichas cuentas puedan detectar todos los grupos de características de 
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la cuenta propietaria del recurso. Para obtener más información sobre cómo conceder permisos de 
detección, consulte Habilitar la detección entre cuentas.

Para ver los recursos compartidos en la consola de AWS RAM, abra la página Compartidos conmigo: 
recursos compartidos en la consola de AWS RAM.

Ejemplo de lectura y escritura de acciones con grupos de características compartidos

Una vez que la cuenta propietaria del recurso haya concedido a la cuenta consumidora del recurso 
los permisos adecuados, podrá realizar acciones en los recursos compartidos mediante el SDK del 
almacén de características. Para ello, proporcione el ARN del recurso como FeatureGroupName. 
Para obtener el ARN del grupo de funciones, puede usar la AWS SDK for Python (Boto3)
DescribeFeatureGroupfunción o la interfaz de usuario de la consola. Para obtener información 
sobre el uso de la interfaz de usuario de la consola para ver los detalles del grupo de funciones, 
consulteVea los detalles del grupo de características desde la consola.

En los ejemplos siguientes se utiliza PutRecord y GetRecord con una entidad del grupo de 
características compartido. Consulte la sintaxis de solicitud y respuesta en la documentación de AWS 
SDK for Python (Boto3) para PutRecord y GetRecordAPIs.

import boto3

sagemaker_featurestore_runtime = boto3.client('sagemaker-featurestore-runtime')

# Put record into feature group named 'test-fg' within the resource owner account ID 
 111122223333
featurestore_runtime.put_record( 
    FeatureGroupName="arn:aws:sagemaker:us-east-1:111122223333:feature-group/test-fg",  
    Record=[value.to_dict() for value in record] # You will need to define record prior 
 to calling PutRecord
)

import boto3

sagemaker_featurestore_runtime = boto3.client('sagemaker-featurestore-runtime')

# Choose record identifier
record_identifier_value = str(2990130)

# Get record from feature group named 'test-fg' within the resource owner account ID 
 111122223333
featurestore_runtime.get_record( 
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    FeatureGroupName="arn:aws:sagemaker:us-east-1:111122223333:feature-group/test-fg",  
    RecordIdentifierValueAsString=record_identifier_value
)

Para obtener más información sobre cómo conceder permisos a entidades del grupo de 
características, consulte Compartir entidades del grupo de características.

Acceso al almacenamiento sin conexión entre cuentas

Amazon SageMaker Feature Store permite a los usuarios crear un grupo de características en una 
cuenta (cuenta A) y configurarlo con una tienda offline utilizando un bucket de Amazon S3 en otra 
cuenta (cuenta B). Puede configurar esto según los pasos de la siguiente sección.

Temas

• Paso 1: Configurar el rol de acceso al almacenamiento sin conexión en la cuenta A

• Paso 2: Configurar un bucket de Amazon S3 para el almacenamiento sin conexión en la cuenta B

• Paso 3: Configurar una clave de cifrado de AWS KMS del almacenamiento sin conexión en la 
cuenta A

• Paso 4: Crear un grupo de características en la cuenta A

Paso 1: Configurar el rol de acceso al almacenamiento sin conexión en la cuenta A

En primer lugar, configura un rol para que Amazon SageMaker Feature Store escriba los datos 
en la tienda offline. La forma más sencilla de lograrlo es crear un nuevo rol con la política
AmazonSageMakerFeatureStoreAccess o usar un rol existente que ya tenga asociada la 
política AmazonSageMakerFeatureStoreAccess. Este documento se refiere a esta política como
Account-A-Offline-Feature-Store-Role-ARN.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject", 
                "s3:GetBucketAcl", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": [ 
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                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        } 
    ]
}    

El fragmento de código anterior muestra la política AmazonSageMakerFeatureStoreAccess. De 
forma predeterminada, la sección Resource de la política se limita a los buckets de S3 con nombres 
que contienen SageMaker, Sagemaker o sagemaker. Esto significa que el bucket Amazon S3 
del almacenamiento sin conexión que se utilice debe seguir esta convención de nomenclatura. Si 
este no es su caso, o si desea delimitar aún más el recurso, puede copiar y pegar la política en su 
política de bucket de Amazon S3 en la consola, personalizar la sección Resource para que sea
arn:aws:s3:::your-offline-store-bucket-name y, a continuación, asociarla al rol.

Además, este rol debe tener permisos de AWS KMS asociados. Como mínimo, se requiere el 
permiso kms:GenerateDataKey para poder escribir en el almacenamiento sin conexión con la 
clave administrada por el cliente. Consulta el paso 3 para saber por qué se necesita una clave 
administrada por el cliente en un escenario entre cuentas y cómo configurarla. El siguiente ejemplo 
muestra una política insertada:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "kms:GenerateDataKey" 
            ], 
            "Resource": "arn:aws:kms:*:Account-A-Account-Id:key/*" 
        } 
    ]
}

La sección Resource de esta política se aplica a cualquier clave de la cuenta A. Para delimitar esto 
aún más, después de configurar la clave de KMS del almacenamiento sin conexión en el paso 3, 
vuelva a esta política y sustitúyala por el ARN de la clave.
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Paso 2: Configurar un bucket de Amazon S3 para el almacenamiento sin conexión en la cuenta B

Cree un bucket de Amazon S3 en la cuenta B. Si utiliza la política
AmazonSageMakerFeatureStoreAccess predeterminada, el nombre del bucket debe incluir
SageMaker, Sagemaker o sagemaker. Edite la política de bucket como se muestra en el siguiente 
ejemplo para permitir que la cuenta A lea y escriba objetos.

En este documento se hace referencia al siguiente ejemplo de política de bucket como Account-B-
Offline-Feature-Store-Bucket.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "S3CrossAccountBucketAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject", 
                "s3:PutObjectAcl", 
                "s3:GetBucketAcl" 
            ], 
            "Principal": { 
                "AWS": [ 
                    "*Account-A-Offline-Feature-Store-Role-ARN*" 
                ], 
            }, 
            "Resource": [ 
                "arn:aws:s3:::offline-store-bucket-name/*", 
                "arn:aws:s3:::offline-store-bucket-name" 
            ] 
        } 
    ]
} 

En la política anterior, la principal es Account-A-Offline-Feature-Store-Role-ARN la función 
creada en la cuenta A en el paso 1 y proporcionada a Amazon SageMaker Feature Store para que 
escriba en la tienda offline. Puede proporcionar varios roles de ARN en Principal.
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Paso 3: Configurar una clave de cifrado de AWS KMS del almacenamiento sin conexión en la 
cuenta A

Amazon SageMaker Feature Store garantiza que el cifrado del lado del servidor esté siempre 
activado para los objetos de Amazon S3 de la tienda offline. En los casos de uso entre cuentas, 
debe proporcionar una clave administrada por el cliente para controlar quién puede escribir en el 
almacenamiento sin conexión (en este caso, Account-A-Offline-Feature-Store-Role-
ARN de la cuenta A) y quién puede leer desde el almacenamiento sin conexión (en este caso, las 
identidades de la cuenta B).

En este documento se hace referencia al siguiente ejemplo de política de claves como Account-A-
Offline-Feature-Store-KMS-Key-ARN.

{ 
    "Version": "2012-10-17", 
    "Id": "key-consolepolicy-3", 
    "Statement": [ 
        { 
            "Sid": "Enable IAM User Permissions", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::Account-A-Account-Id:root" 
            }, 
            "Action": "kms:*", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Allow access for Key Administrators", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": [ 
                    "arn:aws:iam::Account-A-Account-Id:role/Administrator", 
                ] 
            }, 
            "Action": [ 
                "kms:Create*", 
                "kms:Describe*", 
                "kms:Enable*", 
                "kms:List*", 
                "kms:Put*", 
                "kms:Update*", 
                "kms:Revoke*", 
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                "kms:Disable*", 
                "kms:Get*", 
                "kms:Delete*", 
                "kms:TagResource", 
                "kms:UntagResource", 
                "kms:ScheduleKeyDeletion", 
                "kms:CancelKeyDeletion" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Allow Feature Store to get information about the customer managed 
 key", 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": [ 
                "kms:Describe*", 
                "kms:Get*", 
                "kms:List*" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Allow use of the key", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": [ 
                    "*Account-A-Offline-Feature-Store-Role-ARN*", 
                    "*arn:aws:iam::Account-B-Account-Id:root*" 
                ] 
            }, 
            "Action": [ 
                "kms:Encrypt", 
                "kms:Decrypt", 
                "kms:DescribeKey", 
                "kms:CreateGrant", 
                "kms:RetireGrant", 
                "kms:ReEncryptFrom", 
                "kms:ReEncryptTo", 
                "kms:GenerateDataKey", 
                "kms:ListAliases", 
                "kms:ListGrants" 
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            ], 
            "Resource": "*", 
        } 
    ]
}    

Paso 4: Crear un grupo de características en la cuenta A

A continuación, cree el grupo de características en la cuenta A, con un bucket de Amazon 
S3 de almacenamiento sin conexión en la cuenta B. Para ello, proporcione los siguientes 
parámetros para RoleArn, OfflineStoreConfig.S3StorageConfig.KmsKeyId y
OfflineStoreConfig.S3StorageConfig.S3Uri, respectivamente:

• Proporcione Account-A-Offline-Feature-Store-Role-ARN como RoleArn.

• Proporcione Account-A-Offline-Feature-Store-KMS-Key-ARN para
OfflineStoreConfig.S3StorageConfig.KmsKeyId.

• Proporcione Account-B-Offline-Feature-Store-Bucket para
OfflineStoreConfig.S3StorageConfig.S3Uri.

Configuraciones de almacenamiento del almacén de 
características

Amazon SageMaker Feature Store consta de una tienda online y una tienda offline. El 
almacenamiento en línea permite buscar características en tiempo real para realizar inferencias, 
mientras que el almacenamiento sin conexión contiene datos históricos para el entrenamiento de 
modelos y la inferencia por lotes. Al crear un grupo de características, tiene la opción de habilitar 
el almacenamiento en línea, el almacenamiento sin conexión o ambos. Cuando habilitas ambos, 
se sincronizan para evitar discrepancias entre los datos de entrenamiento y los de entrega. Para 
obtener más información sobre el almacenamiento en línea y el almacenamiento sin conexión, 
así como otros conceptos del almacén de características, consulte Conceptos del almacén de 
características.

Los siguientes temas tratan sobre los tipos de almacenamiento del almacenamiento en línea y los 
formatos de tablas del almacenamiento sin conexión.

Temas

• Almacenamiento en línea

Configuraciones de almacenamiento del almacén de características 2651



Amazon SageMaker Guía para desarrolladores

• Almacenamiento sin conexión

• Modos de rendimiento

Almacenamiento en línea

El almacenamiento en línea es un almacén de datos de baja latencia y alta disponibilidad que 
proporciona una búsqueda de características en tiempo real. Por lo general, se utiliza para atender 
modelos de machine learning (ML). Cuando cree un grupo de características, puede elegir entre 
el almacenamiento en línea estándar (Standard) o el almacenamiento en línea integrada en la 
memoria (InMemory). De esta forma, puede seleccionar el tipo de almacenamiento que mejor 
se adapte a los patrones de lectura y escritura de una aplicación concreta, teniendo en cuenta 
el rendimiento y el costo. Para obtener más información sobre los precios, consulta Amazon 
SageMaker Pricing.

El almacenamiento en línea contiene las siguientes opciones de StorageType. Para obtener más 
información sobre el contenido del almacenamiento en línea, consulte OnlineStoreConfig.

Tipo de almacenamiento estándar

El nivel Standard es un almacén de datos administrado de baja latencia para los grupos de 
características del almacenamiento en línea. Proporciona una recuperación rápida de datos 
para atender modelos de ML para sus aplicaciones. Standard es el tipo de almacenamiento 
predeterminado.

Tipo de almacenamiento en memoria

El nivel InMemory es un almacén de datos administrado para los grupos de características del 
almacenamiento en línea que admite recuperaciones de muy baja latencia. Proporciona una 
recuperación de datos a gran escala en tiempo real para atender los modelos de ML que se utilizan 
en aplicaciones de alto rendimiento. El InMemory nivel funciona con Amazon ElastiCache for Redis. 
Para obtener más información, consulte ¿Qué es Amazon ElastiCache para Redis? .

El nivel InMemory del almacenamiento en línea admite los tipos de colección, a saber, lista, conjunto 
y vector. Para obtener más información sobre los tipos de colección InMemory, consulte Tipos de 
colección.

El almacén de características proporciona lectura y escritura de baja latencia al almacenamiento 
en línea. La latencia de la aplicación consta principalmente de dos componentes: latencia de 
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infraestructura o red y latencia de API del almacén de características. La reducción de la latencia 
de la red ayuda a obtener las lecturas y escrituras con la latencia más baja en el almacén de 
características. Puede reducir la latencia de la red en el almacén de características con la 
implementación de AWS PrivateLink en el punto de conexión del tiempo de ejecución del almacén de 
características. Con AWS PrivateLink, puede acceder de forma privada a todas las operaciones de 
la API de tiempo de ejecución del almacén de características desde su nube privada virtual (VPC) de 
Amazon de forma escalable mediante puntos de conexión de VPC de interfaz. Una implementación 
AWS PrivateLink con la opción privateDNSEnabled establecida en verdadera:

• Mantiene todo el tráfico de lectura/escritura del almacén de características dentro de su VPC.

• Mantiene el tráfico de invocación en la misma AZ que el cliente que lo originó al utilizar el almacén 
de características. Esto evita los “saltos” entre las AZ y reduce la latencia de red.

Siga los pasos en Acceda a un Servicio de AWS mediante un punto de conexión de VPC 
de interfaz para configurar AWS PrivateLink en el almacén de características. El nombre del 
servicio para el tiempo de ejecución del almacén de características en AWS PrivateLink es
com.amazonaws.region.sagemaker.featurestore-runtime.

El nivel InMemory del almacenamiento en línea se escala automáticamente en función del uso del 
almacenamiento y las solicitudes. El escalado automatizado puede tardar unos minutos en adaptarse 
a un nuevo patrón de uso si este cambia rápidamente. Durante el escalado automatizado:

• Las operaciones de escritura en el grupo de características pueden recibir errores de limitación. 
Debe volver a intentar realizar las solicitudes unos minutos más tarde.

• Las operaciones de lectura en el grupo de características pueden recibir errores de limitación. En 
este caso, son adecuadas las estrategias de reintento estándar.

• Es posible que las operaciones de lectura sufran una alta latencia.

El tamaño máximo predeterminado del grupo de características del nivel InMemory es 50 GiB.

Tenga en cuenta que, actualmente, el nivel InMemory solo admite grupos de características en 
línea, no grupos de características en línea y sin conexión, por lo que no hay replicación entre el 
almacenamiento sin conexión y en línea para el nivel InMemory. Además, actualmente, el nivel
InMemory no admite claves de KMS administradas por el cliente.
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Almacenamiento sin conexión

El almacenamiento sin conexión se utiliza para los datos históricos cuando no es necesario 
recuperarlos en menos de un segundo. Por lo general, se usa para la exploración de datos, el 
entrenamiento de modelos y la inferencia por lotes.

Al habilitar los almacenamiento sin conexión y en línea para su grupo de características, ambos se 
sincronizan para evitar discrepancias entre los datos de entrenamiento y los de entrega. Tenga en 
cuenta que, actualmente, un grupo de características del almacenamiento en línea con el tipo de 
almacenamiento InMemory habilitado no admite el grupo de características correspondiente en 
el almacenamiento sin conexión (no se puede replicar de en línea a sin conexión). Para obtener 
más información sobre el modelo de aprendizaje automático que se ofrece en Amazon SageMaker 
Feature Store, consulteAlmacenamiento en línea.

El almacenamiento sin conexión contiene las siguientes opciones de TableFormat. Para obtener 
información sobre el contenido de la tienda offline, consulta OfflineStoreConfigla referencia de 
la SageMaker API de Amazon.

Formato de tabla de Glue

El formato de Glue (predeterminado) es un formato de tabla de tipo Hive estándar para AWS Glue. 
Con AWS Glue, puede detectar, preparar, mover e integrar datos de varios orígenes. También 
incluye herramientas adicionales de productividad y operaciones de datos para la creación, la 
ejecución de trabajos y la implementación de flujos de trabajo empresariales. Para obtener más 
información acerca de AWS Glue, consulte  ¿Qué es AWS Glue?

Formato de tabla de Iceberg

El formato de Iceberg (recomendado) es un formato de tabla abierto para tablas analíticas muy 
grandes. Con Iceberg, puede compactar los archivos de datos pequeños en un menor número de 
archivos grandes en la partición, lo que se traduce en consultas considerablemente más rápidas. 
Esta operación de compactación es simultánea y no afecta a las operaciones de lectura y escritura 
en curso en el grupo de características. Para obtener más información sobre la compactación, 
consulte Optimización de las tablas de Iceberg en la Guía del usuario de Amazon Athena.

Iceberg administra grandes colecciones de archivos como tablas y es compatible con las modernas 
operaciones analíticas de lago de datos. Si elige Iceberg esta opción al crear nuevos grupos 
de características, Amazon SageMaker Feature Store crea las Iceberg tablas con el formato de 
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archivo Parquet y las registra conAWS Glue Data Catalog. Para obtener más información sobre los 
formatos de tabla de Iceberg, consulte Uso de tablas de Apache Iceberg.

Important

Tenga en cuenta que, en el caso de los grupo de características en formato de tabla de
Iceberg, debe especificar String como el tipo de característica para la hora del evento. Si 
especifica cualquier otro tipo, no podrá crear el grupo de características correctamente.

Modos de rendimiento

Amazon SageMaker Feature Store ofrece dos modelos de precios entre los que elegir: los modos de 
rendimiento bajo demanda (On-demand) y aprovisionados (Provisioned). On-demandfunciona 
mejor para un tráfico menos predecible, mientras que Provisioned funciona mejor para un tráfico 
constante y predecible.

Tiene la opción de cambiar entre los modos de Provisioned rendimiento On-demand y de 
rendimiento para un grupo de características determinado, a fin de adaptarse a los períodos 
en los que los patrones de tráfico de las aplicaciones cambian o son menos predecibles. Solo 
puede actualizar el modo de rendimiento de su grupo de características a On-demand una vez 
cada 24 horas. El modo de rendimiento se puede actualizar mediante programación mediante 
la UpdateFeatureGroupAPI o mediante la interfaz de usuario de la consola. Para obtener más 
información sobre cómo usar la consola, consulte Uso de Amazon SageMaker Feature Store en la 
consola.

Puede usar el modo de Provisioned rendimiento con grupos de características solo sin conexión 
o grupos de características con el tipo de almacenamiento. Standard Para otras configuraciones 
de almacenamiento, se utiliza el modo On-demand de rendimiento. Para obtener información sobre 
las configuraciones de almacenamiento en línea y fuera de línea, consulte Almacenamiento en línea
yAlmacenamiento sin conexión, respectivamente.

Para obtener más información sobre los precios, consulta Amazon SageMaker Pricing.

Temas

• Modo de rendimiento bajo demanda

• Modo de rendimiento aprovisionado

• Métricas del modo de rendimiento
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• Límites del modo de rendimiento

Modo de rendimiento bajo demanda

El modo de rendimiento On-demand (predeterminado) funciona mejor cuando se utilizan grupos de 
funciones con una carga de trabajo desconocida o un tráfico de aplicaciones impredecible y no se 
pueden prever los requisitos de capacidad.

El On-demand modo le cobra por las lecturas y escrituras que la aplicación realiza en sus grupos 
de funciones. No necesita especificar el rendimiento de lectura y escritura que espera que alcance 
su aplicación, ya que Feature Store se adapta instantáneamente a sus cargas de trabajo a medida 
que aumentan o disminuyen. Solo paga por lo que usa, que se mide en y. ReadRequestsUnits
WriteRequestsUnits

Puede activar el modo de On-demand rendimiento mediante las UpdateFeatureGroupAPI
CreateFeatureGroupo mediante la interfaz de usuario de la consola. Para obtener más información 
sobre el uso de la interfaz de usuario de la consola, consulteUso de Amazon SageMaker Feature 
Store en la consola.

Important

Solo puede actualizar el modo de rendimiento de su grupo de funciones a una On-demand
vez cada 24 horas.

Modo de rendimiento aprovisionado

El modo de Provisioned rendimiento funciona mejor cuando se utilizan grupos de funciones con 
cargas de trabajo predecibles y se pueden pronosticar los requisitos de capacidad para controlar los 
costes. Esto puede hacer que sea más rentable para determinadas cargas de trabajo, en las que 
puede anticipar los requisitos de rendimiento con antelación.

Al configurar un grupo de características en Provisioned modo, se especifican las unidades de 
capacidad, que son la cantidad máxima de capacidad que una aplicación puede consumir de un 
grupo de características. Si la aplicación supera esta capacidad de Provisioned rendimiento, está 
sujeta a una limitación de las solicitudes.

A continuación se incluye información sobre las unidades de capacidad de lectura y escritura.
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• La recuperación de un único registro de hasta 4 KB mediante la GetRecord API consumirá al 
menos 1 RCU (unidad de capacidad de lectura). Recuperar cargas útiles más grandes puede 
llevar más tiempo. El número total de unidades de capacidad de lectura necesarias depende del 
tamaño del elemento, incluido un pequeño número de metadatos por registro que añade el servicio 
Feature Store.

• Una sola solicitud de escritura con una carga útil de 1 KB que utilice la PutRecord API consumirá
al menos 1 WCU (unidad de capacidad de escritura), y las cargas fraccionarias se redondearán 
al KB más cercano. Es posible que consuma más en función de la hora del evento, del estado de 
eliminación del registro y del tiempo de vida (TTL). Para obtener más información sobre el TTL, 
consulte. Duración del tiempo de vida (TTL) de los registros

Important

Al configurar las unidades de capacidad, tenga en cuenta lo siguiente:

• Se le cobrará por las capacidades de lectura y escritura que aprovisione para su grupo de 
funciones, incluso si no utiliza toda la Provisioned capacidad.

• Si estableces una capacidad de lectura o escritura demasiado baja, es posible que tus 
solicitudes se vean limitadas.

• En algunos casos, los registros pueden consumir una unidad de capacidad adicional 
debido a los metadatos a nivel de registro que agrega el servicio Feature Store para 
habilitar varias funciones.

• La recuperación de solo un subconjunto de funciones mediante nuestras GetRecord
BatchGetRecord API seguirá consumiendo la RCU correspondiente a todo el registro.

• En lo que respecta a la capacidad de escritura, debe aprovisionar el doble de la capacidad 
máxima reciente para evitar sobrecargas o ingestas masivas, lo que podría provocar una 
gran cantidad de escrituras de registros históricos. Esto se debe a que la escritura de 
registros históricos consume una capacidad de escritura adicional.

• Actualmente, Feature Store no admite el escalado automático del Provisioned modo.

Puede habilitar el modo de On-demand rendimiento mediante las UpdateFeatureGroupAPI
CreateFeatureGroupo mediante la interfaz de usuario de la consola. Para obtener más información 
sobre el uso de la interfaz de usuario de la consola, consulteUso de Amazon SageMaker Feature 
Store en la consola.
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A continuación, se describe cómo puede aumentar o disminuir el rendimiento de la RCU y la WCU de 
sus grupos de funciones cuando el Provisioned modo está habilitado.

Aumentar el rendimiento aprovisionado

Puede aumentar la RCU o la WCU tantas veces como sea necesario mediante la
UpdateFeatureGroupAPI o la interfaz de usuario de la consola.

Disminución del rendimiento aprovisionado

Puede reducir la RCU y la WCU (o ambas) para los grupos de funciones mediante la
UpdateFeatureGroupAPI o la interfaz de usuario de la consola.

Existe una cuota predeterminada en cuanto al número de disminuciones de Provisioned
capacidad que puede realizar en su grupo de características por día. Un día se define según la 
hora universal coordinada (UTC). En un día determinado, puede empezar realizando hasta cuatro 
disminuciones en una hora, siempre que no haya realizado todavía ninguna otra disminución durante 
ese día. Posteriormente, puede realizar una disminución adicional por hora, siempre y cuando no 
haya habido disminuciones en la hora anterior. Esto efectivamente aumenta el número máximo 
de reducciones a 27 al día (4 reducciones en la primera hora y 1 reducción en cada hora posterior 
durante un día).

Métricas del modo de rendimiento

Un grupo de características en On-demand modo ConsumedReadRequestsUnits emitirá
ConsumedWriteRequestsUnits métricas. Un grupo de entidades en Provisioned modo
ConsumedReadCapacityUnits emitirá ConsumedWriteCapacityUnits métricas. Para obtener 
más información sobre las métricas de Feature Store, consulteEstadísticas de Amazon SageMaker 
Feature Store.

Límites del modo de rendimiento

Cada uno Cuenta de AWS tiene cuotas o límites de servicio predeterminados que se aplican para 
garantizar la disponibilidad y gestionar los riesgos de facturación. Para obtener información sobre las 
cuotas y los límites predeterminados, consulteCuotas, reglas de nomenclatura y tipos de datos.

En algunos casos, estos límites pueden ser inferiores a lo que se indica en la documentación. Si 
necesita límites más altos, puede enviar una solicitud de aumento. Es una buena idea hacerlo 
antes de alcanzar los límites actuales para evitar interrupciones en el trabajo. Para obtener más 
información acerca de las cuotas de servicio y cómo solicitar un aumento de cuota, consulte AWS 
service quotas.
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Tipos de colección

Los tipos de colección proporcionan una forma de organizar y estructurar los datos para una 
recuperación y un análisis eficientes. Se utilizan en las bases de datos de ML para definir el esquema 
de un conjunto de datos y sus elementos. En Amazon SageMaker Feature Store, los tipos de 
colección admitidos incluyen lista, conjunto y vector.

Las colecciones son una agrupación de elementos en la que cada elemento de la colección debe 
tener el mismo tipo de característica (String, Integral o Fractional). Por ejemplo, una 
colección puede contener elementos con todos los tipos de características de los elementos como
Fractional, pero una colección no puede contener elementos con algunos tipos de características 
como Fractional y algunos tipos de características como String.

Actualmente, solo los grupos de características del almacenamiento en línea InMemory admiten 
tipos de colección. En la siguiente lista se describen las opciones de tipo de colección.

Lista: una colección ordenada de elementos.

• La longitud de la lista viene determinada por el número de elementos que hay en la colección.

• Ejemplo: puede tener una lista como ['a', 'b', 'a'], porque la lista conserva el orden y puede tener 
elementos repetidos.

Conjunto: una colección desordenada de elementos únicos.

• La longitud del conjunto viene determinada por el número de elementos únicos que hay en la 
colección.

• Ejemplo: no puede tener un conjunto como ['a', 'b', 'a'] porque contiene un elemento repetido. En 
cambio, el conjunto tendrá los elementos ['a', 'b'], porque el conjunto solo contiene elementos 
únicos.

Vector: una lista especializada que representa una matriz de elementos de tamaño fijo. El orden 
de los elementos tiene importancia, de modo que las posiciones de los elementos representan 
determinadas propiedades de los datos.

• Los elementos del tipo de colección vectorial deben tener el tipo de característica Fractional.

• Solo puede tener un tipo de colección vectorial por grupo de características de nivel InMemory de 
almacenamiento en línea.
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• Predeterminará la dimensión (número de elementos en el vector) del vector que se especifica 
mediante VectorDimension. El límite máximo de dimensiones es 8192.

• Ejemplo: puede tener un vector como [4,2, -6,3, 4,2], en el que el primer, el segundo y el tercer 
elemento puedan representar las posiciones x, y, z en el espacio físico.

No hay límites en la longitud de las colecciones, siempre que no superen el tamaño máximo de un 
registro. Para obtener el tamaño máximo de un registro, consulte Cuotas, reglas de nomenclatura y 
tipos de datos.

Adición de características y registros a un grupo de características

Puedes usar la API de Amazon SageMaker Feature Store o la consola para actualizar y describir 
tu grupo de características, así como para añadir características y registros a tu grupo de 
características. Un grupo de características es un objeto que contiene sus datos y una característica 
describe una columna de la tabla. Al agregar una característica al grupo de características, en efecto, 
se añade una columna a la tabla. Al agregar un registro nuevo al grupo de características, repone 
los valores de las características asociadas a un identificador de registro concreto. Para obtener más 
información sobre los conceptos del almacén de características, consulte Conceptos del almacén de 
características.

Una vez que haya agregado correctamente las características a un grupo de características, 
no podrá eliminarlas. Las características que haya agregado no añaden ningún dato a sus 
registros. Puedes añadir nuevos registros al grupo de características o sobrescribirlos mediante la
PutRecordAPI. Para ver ejemplos sobre cómo actualizar, describir y colocar registros en un grupo de 
características, consulte Código de ejemplo.

Puede usar la consola para añadir entidades a un grupo de entidades. Para obtener más información 
sobre cómo actualizar los grupos de características mediante la consola, consulteActualiza un grupo 
de características desde la consola.

En las siguientes secciones se proporciona una descripción general del uso de las API del almacén 
de características para agregar características a un grupo de características, seguida de ejemplos. 
Con la API, también puede agregar o sobrescribir registros después de actualizar el grupo de 
características.

Temas

• API
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• Código de ejemplo

API

Utilice la operación UpdateFeatureGroup o para agregar características a un grupo de 
características.

Puede usar la operación DescribeFeatureGroup para comprobar si ha agregado las 
características correctamente.

Para agregar o sobrescribir registros, utilice la operación PutRecord.

Para ver las actualizaciones que ha realizado en un registro, utilice la operación GetRecord. Para 
ver las actualizaciones que ha realizado en varios registros, utilice la operación BatchGetRecord. 
Pueden pasar hasta cinco minutos hasta que aparezcan las actualizaciones que ha realizado.

Puede usar el código de ejemplo de la siguiente sección para ver cómo agregar características y 
registros mediante el AWS SDK for Python (Boto3).

Código de ejemplo

El código de ejemplo le guiará por el siguiente proceso:

1. Agregar características al grupo de características

2. Verificar que las haya agregado correctamente

3. Agregar un registro al grupo de características

4. Verificar que lo haya agregado correctamente

Paso 1: Agregar características y registros a un grupo de características

El código siguiente utiliza la operación UpdateFeatureGroup para agregar nuevas características 
al grupo de características. Se supone que ha configurado el almacén de características y ha 
creado un grupo de características. Si necesita más información sobre cómo comenzar, consulte
Introducción al cuaderno de ejemplo del almacén de características.

import boto3
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sagemaker_client = boto3.client("sagemaker")

sagemaker_client.update_feature_group( 
    FeatureGroupName=feature_group_name, 
    FeatureAdditions=[ 
        {"FeatureName": "new-feature-1", "FeatureType": "Integral"}, 
        {"FeatureName": "new-feature-2", "FeatureType": "Fractional"}, 
        {"FeatureName": "new-feature-3", "FeatureType": "String"} 
    ]
)               
           

El código siguiente utiliza la operación DescribeFeatureGroup para comprobar el estado de la 
actualización. Si el campo LastUpdateStatus es Successful, significa que ha agregado las 
características correctamente.

sagemaker_client.describe_feature_group( 
    FeatureGroupName=feature_group_name
) 
           

Paso 2: Agregar un registro nuevo al grupo de características

El siguiente código utiliza la operación PutRecord para agregar registros al grupo de características 
que ha creado.

record_identifier_value = 'new_record'

sagemaker_featurestore_runtime_client = boto3.client("sagemaker-featurestore-runtime")

sagemaker_runtime_client.put_record( 
    FeatureGroupName=feature_group_name, 
    Record=[ 
        { 
            'FeatureName': "record-identifier-feature-name", 
            'ValueAsString': record_identifier_value 
        }, 
        { 
            'FeatureName': "event-time-feature", 
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            'ValueAsString': "timestamp-that-feature-store-returns"
        }, 
        { 
            'FeatureName': "new-feature-1",  
            'ValueAsString': "value-as-string"
        }, 
        { 
            'FeatureName': "new-feature-2",  
            'ValueAsString': "value-as-string"
        }, 
        { 
            'FeatureName': "new-feature-3",  
            'ValueAsString': "value-as-string"
        }, 
    ]
)               
           

Utilice la operación GetRecord para ver qué registros de su grupo de características no tienen datos 
de las características que ha agregado. Puede usar la operación PutRecord para sobrescribir los 
registros que no contienen datos de las características que ha agregado.

Búsqueda de características en los grupos de características

Con Amazon SageMaker Feature Store, puedes buscar las funciones que has creado en tus grupos 
de características. Puedes buscar en todas tus funciones sin necesidad de seleccionar primero 
un grupo de características. La función de búsqueda ayuda a encontrar las funciones que son 
relevantes para su caso de uso.

Note

Los grupos de funciones en los que buscas funciones deben estar dentro de tu Región de 
AWS yCuenta de AWS. En el caso de los grupos de características compartidos, los grupos 
de características deben poder ser detectados por ustedCuenta de AWS. Para obtener 
más instrucciones sobre cómo compartir el catálogo de grupos de funciones y conceder la 
visibilidad, consulte. Compartir el catálogo del grupo de características

Si formas parte de un equipo y tus compañeros de equipo buscan funciones para utilizarlas en sus 
modelos, pueden buscarlas en todos los grupos de funciones.
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Puede añadir parámetros y descripciones que permitan búsquedas para que sea más fácil detectar 
las características. Para obtener más información, consulte Adición de metadatos que permiten 
búsquedas a las características.

Puedes buscar funciones mediante la consola o mediante la operación de SearchAPI en 
SageMaker. En la siguiente tabla se muestran todos los metadatos que se pueden buscar y si se 
pueden buscar en la consola o con la API.

Metadatos que se pueden 
buscar

Nombre del campo de API ¿Se pueden buscar en la 
consola?

Todos los parámetros AllParameters Sí

Hora de creación CreationTime Sí

Descripción Descripción Sí

Nombre del grupo de caracterí 
sticas

FeatureGroupName No

Nombre de la característica FeatureName Sí

Tipo de característica FeatureType No

Last modified time (Hora de 
la última modificación)

LastModifiedTime No

Parámetros Parameters.key Sí

¿Cómo buscar tus funciones

Las instrucciones para usar Feature Store a través de la consola dependen de si la tienes habilitada
Amazon SageMaker Studio o Amazon SageMaker Studio Clásico es tu experiencia predeterminada. 
Elija una de las siguientes instrucciones en función de su caso de uso.

Busca funciones si Studio es tu experiencia predeterminada (consola)

1. Abre la consola de Studio siguiendo las instrucciones que aparecen enLanza Amazon 
SageMaker Studio.
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2. Seleccione Datos en el panel de navegación izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, elija Almacén de características.

4. (Opcional) Para ver tus funciones, selecciona Mi cuenta. Para ver las funciones compartidas, 
selecciona Cuenta cruzada.

5. En la pestaña Catálogo de funciones, selecciona Mi cuenta para ver tus grupos de funciones.

6. En la pestaña Catálogo de funciones, selecciona Cuenta cruzada para ver los grupos de 
funciones que otros usuarios han hecho visibles para ti. En Creado por, puede ver el ID de 
cuenta del propietario del recurso.

7. Puedes buscar tu función en la lista desplegable de búsqueda:

• (Opcional) Para filtrar la búsqueda, selecciona el icono de filtro situado junto a la lista 
desplegable de búsquedas. Puede utilizar filtros para especificar parámetros o intervalos 
de fechas en los resultados de la búsqueda. Si busca un parámetro, especifique su clave 
y su valor. Para encontrar sus características, especifique intervalos de tiempo o desactive 
(deseleccione) las columnas que no desee consultar.

• En el caso de los recursos compartidos, solo puede editar los metadatos de los grupos 
de entidades o las definiciones de las entidades si cuenta con el permiso de acceso 
correspondiente otorgado por la cuenta del propietario del recurso. El permiso de detección 
por sí solo no le permitirá editar los metadatos o las definiciones de funciones. Para obtener 
más información sobre la concesión de permisos de acceso, consulteHabilitar el acceso entre 
cuentas.

Busca tus funciones con el SDK para Python (Boto3)

El código de esta sección utiliza la Searchoperación de AWS SDK for Python (Boto3) para ejecutar 
la consulta de búsqueda con el fin de encontrar entidades en sus grupos de entidades. Para obtener 
información sobre los otros idiomas para enviar una consulta, consulta Consulte también en la
referencia de las SageMaker API de Amazon.

Para obtener más ejemplos y recursos de Feature Store, consulteRecursos de Amazon SageMaker 
Feature Store.

El siguiente código muestra diferentes ejemplos de consultas de búsqueda que utilizan la API:

# Return all features in your feature groups
sagemaker_client.search( 
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    Resource="FeatureMetadata",
)   

# Search for all features that belong to a feature group that contain the "ver" 
 substring
sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
        ] 
    }
)

# Search for all features that belong to a feature group that have the EXACT name 
 "airport"
sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Equals', 
                'Value': 'airport' 
            }, 
        ] 
    }
)

# Search for all features that belong to a feature group that contains the name "ver"
AND have a name that contains "wha"
AND have a parameter (key or value) that contains "hea"

sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
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                'Value': 'ver' 
            }, 
            { 
                'Name': 'FeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'AllParameters',  
                'Operator': 'Contains', 
                'Value': 'hea' 
            }, 
        ] 
    }
)   

# Search for all features that belong to a feature group with substring "ver" in its 
 name
OR features that have a name that contain "wha"
OR features that have a parameter (key or value) that contains "hea"

sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
            { 
                'Name': 'FeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'AllParameters',  
                'Operator': 'Contains', 
                'Value': 'hea' 
            }, 
        ], 
        'Operator': 'Or' # note that this is explicitly set to "Or"- the default is 
 "And" 
    }
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)               

# Search for all features that belong to a feature group with substring "ver" in its 
 name
OR features that have a name that contain "wha"
OR parameters with the value 'Sage' for the 'org' key

sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
            { 
                'Name': 'FeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'Parameters.org',  
                'Operator': 'Contains', 
                'Value': 'Sage' 
            }, 
        ], 
        'Operator': 'Or' # note that this is explicitly set to "Or"- the default is 
 "And" 
    }
)  
                 

Búsqueda de grupos de características en el almacén de 
características

Con Amazon SageMaker Feature Store, puede buscar los grupos de características mediante la 
consola o la operación de búsqueda. Puede utilizar la funcionalidad de búsqueda para encontrar 
características y grupos de características que sean pertinentes para los modelos que está creando. 
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Puede utilizar la funcionalidad de búsqueda para encontrar rápidamente los grupos de características 
que sean pertinentes para su caso de uso.

Note

Los grupos de características que busca deben estar dentro de su Región de AWS y cuenta 
de AWS, o deben haberse compartido con su Cuenta de AWS y poder detectarse con ella. 
Para obtener más información sobre cómo compartir el catálogo de grupos de características 
y conceder la visibilidad, consulteCompartir el catálogo del grupo de características.

En la siguiente tabla se muestran los campos en los que se pueden realizar búsquedas y si se puede 
utilizar la consola para buscar un campo específico.

Puede buscar funciones mediante Amazon SageMaker Studio Classic o la Searchoperación de la 
SageMaker API. En la siguiente tabla se enumeran todos los metadatos que se pueden buscar y si 
puede buscarlos en la consola. Pueden hacerse búsquedas en las etiquetas de sus propios grupos 
de características, pero no en los grupos de características que usted pueda detectar.

Metadatos que se 
pueden buscar

Nombre del campo de 
API

¿Se pueden buscar 
en la consola?

¿Se pueden buscar 
entre cuentas?

Todas las etiquetas AllTags Sí No

Motivo de error de 
creación

FailureReason No No

Estado de la creación FeatureGroupStatus Sí Sí

Hora de creación CreationTime Sí Sí

Descripción Descripción Sí Sí

Nombre de la 
característica de hora 
del evento

EventTimeFeatureNa 
me

No No

Definiciones de 
características

FeatureDefinitions No No
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Metadatos que se 
pueden buscar

Nombre del campo de 
API

¿Se pueden buscar 
en la consola?

¿Se pueden buscar 
entre cuentas?

ARN del grupo de 
características

FeatureGroupARN No No

Nombre del grupo de 
características

FeatureGroupName Sí Sí

Configuración del 
almacenamiento sin 
conexión

OfflineStoreConfig No No

Estado del 
almacenamiento sin 
conexión

OfflineStoreStatus Sí Sí

Estado de la actualiza 
ción más reciente

LastUpdateStatus No No

Nombre de la 
característica de 
identificador de 
registros

RecordIdentifierFe 
atureName

Sí Sí

Etiquetas Tags.key Sí No

¿Cómo encontrar grupos de funciones

Puedes usar la consola o la API de Amazon SageMaker Feature Store para encontrar tus grupos de 
características. Las instrucciones para usar Feature Store a través de la consola dependen de si la 
has activado Amazon SageMaker Studio o Amazon SageMaker Studio Clásico si es tu experiencia 
predeterminada.

Busca grupos de funciones si Studio es tu experiencia predeterminada (consola)

1. Abre la consola de Studio siguiendo las instrucciones que aparecen enLanza Amazon 
SageMaker Studio.
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2. Seleccione Datos en el panel de navegación izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, elija Almacén de características.

4. (Opcional) Para ver tus grupos de funciones, selecciona Mi cuenta. Para ver los grupos de 
funciones compartidos, selecciona Cuenta cruzada.

5. En la pestaña Catálogo de grupos de características, seleccione Mi cuenta para ver sus grupos 
de características.

6. En la pestaña Catálogo de grupos de características, elija Varias cuentas para ver los grupos de 
características que otros usuarios han hecho visibles para usted. En Creado por, puede ver el ID 
de cuenta del propietario del recurso.

7. Puedes buscar tus grupos de características en la lista desplegable de búsqueda:

• (Opcional) Para filtrar la búsqueda, selecciona el icono de filtro situado junto a la lista 
desplegable de búsquedas. Puede utilizar filtros para especificar parámetros o intervalos 
de fechas en los resultados de la búsqueda. Si busca un parámetro, especifique su clave y 
su valor. Para encontrar sus grupos de entidades, puede especificar intervalos de tiempo, 
borrar (deseleccionar) las columnas que no desee consultar, elegir tiendas en las que buscar 
o buscar por estado.

• En el caso de los recursos compartidos, solo puede editar los metadatos de los grupos de 
entidades o las definiciones de entidades si cuenta con el permiso de acceso adecuado 
otorgado por la cuenta del propietario del recurso. El permiso de detección por sí solo no le 
permitirá editar los metadatos o las definiciones de funciones. Para obtener más información 
sobre la concesión de permisos de acceso, consulteHabilitar el acceso entre cuentas.

Encuentra grupos de funciones mediante el SDK para Python (Boto3)

El código de esta sección utiliza la Searchoperación de AWS SDK for Python (Boto3) para ejecutar 
la consulta de búsqueda para encontrar grupos de entidades. Para obtener información sobre los 
otros idiomas para enviar una consulta, consulta Consulte también en la referencia de las SageMaker 
API de Amazon.

Para obtener más ejemplos y recursos de Feature Store, consulteRecursos de Amazon SageMaker 
Feature Store.

El siguiente código muestra diferentes ejemplos de consultas de búsqueda que utilizan la API:

# Return all feature groups
sagemaker_client.search( 
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    Resource="FeatureGroups",
)   

# Search for feature groups that are shared with your account
sagemaker_session.search( 
    resource="FeatureGroup", 
    search_expression={ 
        "Filters": [ 
            { 
                "Name": "FeatureGroupName", 
                "Value": "MyFeatureGroup", 
                "Operator": "Contains", 
            } 
        ], 
        "Operator": "And", 
    }, 
    sort_by="Name", 
    sort_order="Ascending", 
    next_token="token", 
    max_results=50, 
    CrossAccountFilterOption="SameAccount"
)

# Search for all feature groups with a name that contains the "ver" substring
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
        ] 
    }
)

# Search for all feature groups that have the EXACT name "airport"
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
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                'Operator': 'Equals', 
                'Value': 'airport' 
            }, 
        ] 
    }
)

# Search for all feature groups that contains the name "ver"
# AND have a record identifier feature name that contains "wha"
# AND have a tag (key or value) that contains "hea"
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
            { 
                'Name': 'RecordIdentifierFeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'AllTags',  
                'Operator': 'Contains', 
                'Value': 'hea' 
            }, 
        ] 
    }
)   

# Search for all feature groups with substring "ver" in its name
# OR feature groups that have a record identifier feature name that contains "wha"
# OR feature groups that have a tag (key or value) that contains "hea"
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
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            }, 
            { 
                'Name': 'RecordIdentifierFeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'AllTags',  
                'Operator': 'Contains', 
                'Value': 'hea' 
            }, 
        ], 
        'Operator': 'Or' # note that this is explicitly set to "Or"- the default is 
 "And" 
    }
)               

# Search for all feature groups with substring "ver" in its name
# OR feature groups that have a record identifier feature name that contains "wha"
# OR tags with the value 'Sage' for the 'org' key
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
            { 
                'Name': 'RecordIdentifierFeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'Tags.org',  
                'Operator': 'Contains', 
                'Value': 'Sage' 
            }, 
        ], 
        'Operator': 'Or' # note that this is explicitly set to "Or"- the default is 
 "And" 
    }
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)

# Search for all offline only feature groups
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'OnlineStoreConfig.EnableOnlineStore', 
                'Operator': 'NotEquals', 
                'Value': 'true' 
            }, 
            { 
                'Name': 'OfflineStoreConfig.S3StorageConfig.S3Uri', 
                'Operator': 'Exists' 
            } 
        ] 
    }
)

# Search for all online only feature groups
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'OnlineStoreConfig.EnableOnlineStore', 
                'Operator': 'Equals', 
                'Value': 'true' 
            }, 
            { 
                'Name': 'OfflineStoreConfig.S3StorageConfig.S3Uri', 
                'Operator': 'NotExists' 
            } 
        ] 
    }
)

# Search for all feature groups that are BOTH online and offline
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
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                'Name': 'OnlineStoreConfig.EnableOnlineStore', 
                'Operator': 'Equals', 
                'Value': 'true' 
            }, 
            { 
                'Name': 'OfflineStoreConfig.S3StorageConfig.S3Uri', 
                'Operator': 'Exists' 
            } 
        ] 
    }
) 
                 

También puede usar el SDK de Python de las API de AWS RAM para crear recursos compartidos. 
A continuación, se muestra la firma de API. Para usar el SDK de Python de las API de AWS RAM, 
asocie la política administrada de acceso total a AWS RAM con rol de ejecución.

response = client.create_resource_share( 
    name='string', 
    resourceArns=[ 
        'string', 
    ], 
    principals=[ 
        'string', 
    ], 
    tags=[ 
        { 
            'key': 'string', 
            'value': 'string' 
        }, 
    ], 
    allowExternalPrincipals=True|False, 
    clientToken='string', 
    permissionArns=[ 
        'string', 
    ]
)
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Adición de metadatos que permiten búsquedas a las características

En Amazon SageMaker Feature Store, puedes buscar entre todas tus funciones. Para que las 
características sean más fáciles de detectar, puede agregarles metadatos. Puede agregar los 
siguientes tipos de metadatos:

• Descripción: una descripción que permite búsquedas de la característica.

• Parámetros: pares clave-valor que permiten búsquedas.

La descripción puede tener hasta 255 caracteres. En cuanto a los parámetros, debe especificar un 
par clave-valor en la búsqueda. Puede agregar hasta 25 parámetros.

Para actualizar los metadatos de una función, puedes usar la consola o la
UpdateFeatureMetadataoperación.

¿Cómo añadir metadatos con capacidad de búsqueda a tus funciones

Puedes usar la consola o la API de Amazon SageMaker Feature Store para añadir a tus funciones 
metadatos con capacidad de búsqueda. Las instrucciones para usar Feature Store a través de la 
consola dependen de si la tienes habilitada Amazon SageMaker Studio o Amazon SageMaker Studio 
Clásico es tu experiencia predeterminada.

Añade metadatos a las funciones con capacidad de búsqueda si Studio es tu experiencia 
predeterminada (consola)

1. Abre la consola de Studio siguiendo las instrucciones que se indican enLanza Amazon 
SageMaker Studio.

2. Seleccione Datos en el panel de navegación izquierdo para ampliar la lista desplegable.

3. En la lista desplegable, elija Almacén de características.

4. (Opcional) Para ver tus funciones, selecciona Mi cuenta. Para ver las funciones compartidas, 
selecciona Cuenta cruzada.

5. Para ver tus grupos de funciones, en la pestaña Catálogo de funciones, selecciona Mi cuenta.

6. En la pestaña Catálogo de funciones, selecciona Varias cuentas para ver los grupos de 
funciones que otros usuarios han hecho visibles para ti. En Creado por, puede ver el ID de 
cuenta del propietario del recurso del grupo de características.

7. Puede buscar su característica en la lista desplegable Buscar.
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• (Opcional) Para filtrar la búsqueda, elija el icono de filtro situado junto a la lista desplegable 
de búsqueda. Puede utilizar filtros para especificar parámetros o intervalos de fechas en 
los resultados de la búsqueda. Si busca un parámetro, especifique su clave y su valor. 
Para encontrar los elementos con mayor facilidad, puede especificar intervalos de tiempo o 
deseleccionar las columnas que no desee consultar.

• En el caso de los recursos compartidos, solo puede editar los metadatos de los grupos 
de entidades o las definiciones de las entidades si cuenta con el permiso de acceso 
correspondiente otorgado por la cuenta del propietario del recurso. Tener el permiso de 
detección por sí solo no le permite editar los metadatos o las definiciones de las funciones. 
Para obtener más información sobre la concesión de permisos de acceso, consulteHabilitar el 
acceso entre cuentas.

8. Elija la característica.

9. Elija Edit medatada (Editar metadatos).

10. En el campo Descripción, agregue o actualice la descripción.

11. En el campo Parámetros, en Parámetros, especifique un par clave-valor para el parámetro.

12. De forma opcional, elija Agregar nuevo parámetro para agregar otro parámetro.

13. Elija Guardar cambios.

14. Seleccione Confirmar.

Añade metadatos con capacidad de búsqueda a tus funciones mediante el SDK para Python (Boto3)

En el código de esta sección, se utiliza la UpdateFeatureMetadataoperación AWS SDK for 
Python (Boto3) para añadir metadatos con capacidad de búsqueda a sus funciones en distintos 
escenarios. Para obtener información sobre los otros idiomas para enviar una consulta, consulta
Consulte también en la referencia de las SageMaker API de Amazon.

Para obtener más ejemplos y recursos de Feature Store, consulteRecursos de Amazon SageMaker 
Feature Store.

Add a list of parameters to a feature

Para agregar una lista de parámetros a una característica, especifique los valores de los 
siguientes campos:

• FeatureGroupName

• Feature
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• Parameters

El siguiente código de ejemplo utiliza el AWS SDK for Python (Boto3) para agregar dos 
parámetros.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName="feature_group_name", 
    FeatureName="feature-name", 
    ParameterAdditions=[ 
        {"Key": "example-key-0", "Value": "example-value-0"}, 
        {"Key": "example-key-1", "Value": "example-value-1"}, 
    ]
) 
                 

Add a description to a feature

Para agregar una descripción a una característica, especifique los valores de los siguientes 
campos:

• FeatureGroupName

• Feature

• Description

sagemaker_client.update_feature_metadata( 
    FeatureGroupName="feature-group-name", 
    FeatureName="feature-name", 
    Description="description"
)

Remove parameters for a feature

Para eliminar todos los parámetros de una característica, haga lo siguiente.

Especifique los valores en los siguientes campos:

• FeatureGroupName
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• Feature

Especifique las claves de los parámetros que va a eliminar en ParameterRemovals.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName="feature_group_name", 
    FeatureName="feature-name", 
        ParameterRemovals=[ 
        {"Key": "example-key-0"}, 
        {"Key": "example-key-1"}, 
    ]
) 
                 

Remove the description for a feature

Para eliminar la descripción de una característica, haga lo siguiente.

Especifique los valores en los siguientes campos:

• FeatureGroupName

• Feature

Especifique una cadena vacía para Description.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName="feature-group-name", 
    FeatureName="feature-name", 
    Description=""
)

Código de ejemplo

Tras actualizar los metadatos de una característica, puede utilizar la operación
DescribeFeatureMetadata para ver las actualizaciones que ha realizado.

El siguiente código muestra un ejemplo de flujo de trabajo mediante el AWS SDK for Python (Boto3). 
Este ejemplo de código hace lo siguiente:
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1. Configura tu SageMaker entorno.

2. Crea un grupo de características.

3. Agrega características al grupo.

4. Agrega metadatos a las características.

Para obtener más ejemplos y recursos de Feature Store, consulteRecursos de Amazon SageMaker 
Feature Store.

Paso 1: Configurar

Para empezar a usar Feature Store SageMaker, cree sesiones de Boto3 y Feature Store. Además, 
configure el bucket de S3 que desea utilizar para sus características. Este es su almacenamiento 
sin conexión. El siguiente código usa el bucket SageMaker predeterminado y le agrega un prefijo 
personalizado.

Note

El rol que utilice debe tener asociadas las siguientes políticas administradas:
AmazonS3FullAccess y AmazonSageMakerFeatureStoreAccess.

# SageMaker Python SDK version 2.x is required
%pip install 'sagemaker>=2.0.0'
import sagemaker
import sys

import boto3
import pandas as pd
import numpy as np
import io
from sagemaker.session import Session
from sagemaker import get_execution_role
from botocore.exceptions import ClientError

prefix = 'sagemaker-featurestore-introduction'
role = get_execution_role()

¿Cómo añadir metadatos con capacidad de búsqueda a tus funciones 2681



Amazon SageMaker Guía para desarrolladores

sagemaker_session = sagemaker.Session()
region = sagemaker_session.boto_region_name
s3_bucket_name = sagemaker_session.default_bucket()
sagemaker_client = boto_session.client(service_name='sagemaker', region_name=region) 
             

Paso 2: Crear un grupo de características y agregar características

El siguiente código es un ejemplo de creación de un grupo de características con definiciones de 
características.

feature_group_name = "test-for-feature-metadata"
feature_definitions = [ 
    {"FeatureName": "feature-1", "FeatureType": "String"}, 
    {"FeatureName": "feature-2", "FeatureType": "String"}, 
    {"FeatureName": "feature-3", "FeatureType": "String"}, 
    {"FeatureName": "feature-4", "FeatureType": "String"}, 
    {"FeatureName": "feature-5", "FeatureType": "String"}
]
try: 
    sagemaker_client.create_feature_group( 
        FeatureGroupName=feature_group_name, 
        RecordIdentifierFeatureName="feature-1", 
        EventTimeFeatureName="feature-2", 
        FeatureDefinitions=feature_definitions, 
        OnlineStoreConfig={"EnableOnlineStore": True} 
    )
except ClientError as e: 
    if e.response["Error"]["Code"] == "ResourceInUse": 
        pass 
    else: 
        raise e        
      

Paso 3: Agregar metadatos

Antes de agregar metadatos, utilice la operación DescribeFeatureGroup para asegurarse de que 
el estado del grupo de características sea Created.

sagemaker_client.describe_feature_group( 
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        FeatureGroupName=feature_group_name 
    )                
             

Agregue una descripción a la característica.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName=feature_group_name, 
    FeatureName="feature-1", 
    Description="new description"
) 
             

Puede utilizar la DescribeFeatureMetadataoperación para comprobar si ha actualizado 
correctamente la descripción del grupo de elementos.

    sagemaker_client.describe_feature_metadata( 
    FeatureGroupName=feature_group_name, 
    FeatureName="feature-1"
)

También puede utilizarla para agregar parámetros al grupo de características.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName=feature_group_name, 
    FeatureName="feature-1", 
    ParameterAdditions=[ 
        {"Key": "team", "Value": "featurestore"}, 
        {"Key": "org", "Value": "sagemaker"}, 
    ]
) 
             

Puede volver a usar la operación DescribeFeatureMetadata para comprobar si ha agregado los 
parámetros correctamente.

    sagemaker_client.describe_feature_metadata( 
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    FeatureGroupName=feature_group_name, 
    FeatureName="feature-1"
)

Creación de un conjunto de datos a partir de sus grupos de 
características

Después de crear un grupo de características del almacén de características en un almacenamiento 
sin conexión, puede optar por utilizar los siguientes métodos para obtener sus datos:

• Uso del SDK de Amazon SageMaker Python

• Ejecución de consultas SQL mediante Amazon Athena

Important

El almacén de características requiere que los datos estén registrados en un catálogo 
de datos de AWS Glue. De forma predeterminada, el almacén de características crea 
automáticamente un catálogo de datos de AWS Glue al crear un grupo de características.

Una vez que haya creado grupos de características para su almacenamiento sin conexión y los haya 
rellenado con datos, puede crear un conjunto de datos si ejecuta consultas o utiliza el SDK para unir 
los datos almacenados en el almacenamiento sin conexión de diferentes grupos de características. 
También puede unir los grupos de características en un único marco de datos de Pandas. Puede 
utilizar Amazon Athena para escribir y ejecutar consultas SQL.

Note

Para asegurarse de que sus datos estén actualizados, puede configurar un rastreador de 
AWS Glue para que se ejecute según una programación.
Para configurar un rastreador de AWS Glue, especifique un rol de IAM que utilice el 
rastreador para acceder a los buckets de Amazon S3 del almacenamiento sin conexión. Para 
obtener más información, consulte Creación de un rol de IAM.
Para obtener más información sobre cómo utilizar AWS Glue y Athena para crear un conjunto 
de datos de entrenamiento para el entrenamiento y la inferencia de modelos, consulte Uso 
del almacén de características con el SDK para Python (Boto3).
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Uso del SDK de Amazon SageMaker Python para obtener los datos de los 
grupos de características

Puede usar las API del almacén de características para crear un conjunto de datos a partir de 
sus grupos de características. Los científicos de datos crean conjuntos de datos de ML para el 
entrenamiento mediante la recuperación de datos de características de ML de uno o más grupos de 
características del almacenamiento sin conexión. Utilice la función create_dataset() para crear 
el conjunto de datos. Puede utilizar el SDK para hacer lo siguiente:

• Crear un conjunto de datos a partir de varios grupos de características.

• Crear un conjunto de datos a partir de grupos de características y un marco de datos de Pandas.

De forma predeterminada, el almacén de características no incluye los registros que haya eliminado 
del conjunto de datos. Tampoco incluye los registros duplicados. Un registro duplicado tiene el 
identificador de registro y el valor de la marca temporal en la columna de hora del evento.

Antes de usar el SDK para crear un conjunto de datos, debe iniciar una SageMaker sesión. Utilice el 
siguiente código para iniciar la sesión.

import boto3
from sagemaker.session import Session
from sagemaker.feature_store.feature_store import FeatureStore

region = boto3.Session().region_name
boto_session = boto3.Session(region_name=region)

sagemaker_client = boto_session.client( 
    service_name="sagemaker", region_name=region 
 )
featurestore_runtime = boto_session.client( 
    service_name="sagemaker-featurestore-runtime",region_name=region
)

feature_store_session = Session( 
    boto_session=boto_session, 
    sagemaker_client=sagemaker_client, 
    sagemaker_featurestore_runtime_client=featurestore_runtime,
)

feature_store = FeatureStore(feature_store_session) 
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En el siguiente código se muestra un ejemplo de creación de un conjunto de datos a partir de 
varios grupos de características. En el siguiente fragmento de código, se utilizan los grupos de 
características de ejemplo “base_fg_name”, “first_fg_name” y “second_fg_name”, que podrían 
no existir o tener el mismo esquema dentro de su almacén de características. Se recomienda 
reemplazar estos grupos de características por grupos de características que existan en su almacén 
de características. Para obtener información sobre cómo crear un grupo de características, consulte
Paso 3: Crear grupos de características.

from sagemaker.feature_store.feature_group import FeatureGroup

s3_bucket_name = "offline-store-sdk-test"  

base_fg_name = "base_fg_name"
base_fg = FeatureGroup(name=base_fg_name, sagemaker_session=feature_store_session)

first_fg_name = "first_fg_name"
first_fg = FeatureGroup(name=first_fg_name, sagemaker_session=feature_store_session)

second_fg_name = "second_fg_name"
second_fg = FeatureGroup(name=second_fg_name, sagemaker_session=feature_store_session)

feature_store = FeatureStore(feature_store_session)
builder = feature_store.create_dataset( 
    base=base_fg, 
    output_path=f"s3://{DOC-EXAMPLE-BUCKET1}",
).with_feature_group(first_fg
).with_feature_group(second_fg, "base_id", ["base_feature_1"])          
         

En el siguiente código se muestra un ejemplo de creación de un conjunto de datos a partir de varios 
grupos de características y un marco de datos de Pandas.

base_data = [[1, 187512346.0, 123, 128], 
             [2, 187512347.0, 168, 258], 
             [3, 187512348.0, 125, 184], 
             [1, 187512349.0, 195, 206]]
base_data_df = pd.DataFrame( 
    base_data,  
    columns=["base_id", "base_time", "base_feature_1", "base_feature_2"]
)

builder = feature_store.create_dataset( 
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    base=base_data_df,  
    event_time_identifier_feature_name='base_time',  
    record_identifier_feature_name='base_id', 
    output_path=f"s3://{s3_bucket_name}"
).with_feature_group(first_fg
).with_feature_group(second_fg, "base_id", ["base_feature_1"])             
         

Las API del almacén de características le proporcionan métodos auxiliares para la función
create_dataset. Puede utilizarlos para hacer lo siguiente:

• Crear un conjunto de datos a partir de varios grupos de características.

• Crear un conjunto de datos a partir de varios grupos de características y un marco de datos de 
Pandas.

• Crear un conjunto de datos a partir de un solo grupo de características y un marco de datos de 
Pandas.

• Crear un conjunto de datos utilizando una unión precisa en un momento dado en la que los 
registros del grupo de características unido se sucedan secuencialmente.

• Crear un conjunto de datos con los registros duplicados, en lugar de seguir el comportamiento 
predeterminado de la función.

• Crear un conjunto de datos con los registros eliminados, en lugar de seguir el comportamiento 
predeterminado de la función.

• Crear un conjunto de datos para los períodos de tiempo especificados.

• Guardar el conjunto de datos como un archivo CSV.

• Guardar el conjunto de datos como un marco de datos de Pandas.

El grupo de características base es un concepto importante para las uniones. El grupo de 
características base es el grupo de características que tiene otros grupos de características o el 
marco de datos de pandas unidos a él. Para cada conjunto de datos

Puede agregar los siguientes métodos opcionales a la función create_dataset para configurar la 
forma en que se crea el conjunto de datos:

• with_feature_group: realiza una unión interna entre el grupo de características base y otro 
grupo de características mediante el identificador de registro y el nombre de la característica 
objetivo en el grupo de características base. A continuación, se proporciona información sobre los 
parámetros que se especifican:
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• feature_group: el grupo de características al que se va a unir.

• target_feature_name_in_base: el nombre de la característica del grupo de características 
base que va a utilizar como clave para la unión. El identificador de registro de los demás grupos 
de características son las demás claves que el almacén de características utiliza en la unión.

• included_feature_names: una lista de cadenas que representan los nombres de las 
características del grupo de características base. Puede usar el campo para especificar las 
características que desea incluir en el conjunto de datos.

• feature_name_in_target: cadena opcional que representa la característica del grupo 
de características objetivo y que se comparará con la característica objetico del grupo de 
características base.

• join_comparator: JoinComparatorEnum opcional que representa el comparador trabajador 
al unir la característica objetivo del grupo de características base y la característica del grupo de 
características objetivo. Estos valores de JoinComparatorEnum pueden ser GREATER_THAN,
GREATER_THAN_OR_EQUAL_TO, LESS_THAN, LESS_THAN_OR_EQUAL_TO, NOT_EQUAL_TO o
EQUALS de forma predeterminada.

• join_type: JoinTypeEnum opcional, que representa el tipo de unión entre los grupos de 
características base y objetivo. Estos valores de JoinTypeEnum pueden ser LEFT_JOIN,
RIGHT_JOIN, FULL_JOIN, CROSS_JOIN o INNER_JOIN de forma predeterminada.

• with_event_time_range: Crea un conjunto de datos mediante el intervalo de tiempo del evento 
que especifique.

• as_of: crea un conjunto de datos hasta la marca temporal que especifique. Por ejemplo, si 
especifica datetime(2021, 11, 28, 23, 55, 59, 342380) como el valor, crea un 
conjunto de datos hasta el 28 de noviembre de 2021.

• point_time_accurate_join: crea un conjunto de datos en el que todos los valores de hora del 
evento del grupo de características base son inferiores a todos los valores de hora del evento del 
grupo de características o del marco de datos de Pandas al que se une.

• include_duplicated_records: mantiene los valores duplicados en los grupos de 
características.

• include_deleted_records: mantiene los valores eliminados en los grupos de características.

• with_number_of_recent_records_by_record_identifier: un número entero que se 
especifica para determinar cuántos de los registros más recientes aparecen en el conjunto de 
datos.

• with_number_of_records_by_record_identifier: un número entero que representa el 
número de registros que aparecen en el conjunto de datos.
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Una vez que haya configurado el conjunto de datos, puede especificar la salida mediante uno de los 
siguientes métodos:

• to_csv_file: guarda el conjunto de datos como un archivo CSV.

• to_dataframe: guarda el conjunto de datos como un marco de datos de Pandas.

Puede recuperar los datos que vienen después de un período de tiempo específico. El siguiente 
código recupera los datos después de una marca temporal.

fg1 = FeatureGroup("example-feature-group-1")
feature_store.create_dataset( 
    base=fg1,  
    output_path="s3://example-S3-path"
).with_number_of_records_from_query_results(5).to_csv_file()   

También puede recuperar datos de un período de tiempo específico. Puede usar el siguiente código 
para obtener datos para un intervalo de tiempo específico:

fg1 = FeatureGroup("fg1")
feature_store.create_dataset( 
    base=fg1,  
    output_path="example-S3-path"
).with_event_time_range( 
    datetime(2021, 11, 28, 23, 55, 59, 342380),  
    datetime(2020, 11, 28, 23, 55, 59, 342380)
).to_csv_file() #example time range specified in datetime functions

Es posible que desee unir varios grupos de características a un marco de datos de Pandas en el que 
los valores de hora del evento del grupo de características se produzcan a más tardar en la hora del 
evento del marco de datos. Utilice el siguiente código como plantilla para ayudarle a realizar la unión.

fg1 = FeatureGroup("fg1")
fg2 = FeatureGroup("fg2")
events = [['2020-02-01T08:30:00Z', 6, 1], 
          ['2020-02-02T10:15:30Z', 5, 2], 
          ['2020-02-03T13:20:59Z', 1, 3], 
          ['2021-01-01T00:00:00Z', 1, 4]]
df = pd.DataFrame(events, columns=['event_time', 'customer-id', 'title-id'])  
feature_store.create_dataset( 
    base=df,  
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    event_time_identifier_feature_name='event_time',  
    record_identifier_feature_name='customer_id', 
    output_path="s3://example-S3-path"
).with_feature_group(fg1, "customer-id"
).with_feature_group(fg2, "title-id"
).point_in_time_accurate_join(
).to_csv_file()

También puede recuperar los datos que vienen después de un período de tiempo específico. El 
siguiente código recupera los datos después del tiempo especificado por la marca temporal del 
método as_of.

fg1 = FeatureGroup("fg1")
feature_store.create_dataset( 
    base=fg1,  
    output_path="s3://example-s3-file-path"
).as_of(datetime(2021, 11, 28, 23, 55, 59, 342380)
).to_csv_file() # example datetime values

Consultas de ejemplo de Amazon Athena

Puede escribir consultas en Amazon Athena para crear un conjunto de datos a partir de sus grupos 
de características. También puede escribir consultas que creen un conjunto de datos a partir de 
grupos de características y un único marco de datos de Pandas.

Exploración interactiva

Esta consulta selecciona los primeros 1000 registros. 

SELECT *
FROM <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>
LIMIT 1000

Instantánea más reciente sin duplicados

Esta consulta selecciona los registros no duplicados más recientes.

SELECT *
FROM 
    (SELECT *, 
         row_number() 
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        OVER (PARTITION BY <RecordIdentiferFeatureName> 
    ORDER BY  <EventTimeFeatureName> desc, Api_Invocation_Time DESC, write_time DESC) 
 AS row_num 
    FROM 
 <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>)
WHERE row_num = 1;

Instantánea más reciente sin duplicados ni registros eliminados en el almacenamiento sin conexión

Esta consulta filtra los registros eliminados y selecciona registros no duplicados del almacenamiento 
sin conexión. 

SELECT *
FROM 
    (SELECT *, 
         row_number() 
        OVER (PARTITION BY <RecordIdentiferFeatureName> 
    ORDER BY  <EventTimeFeatureName> desc, Api_Invocation_Time DESC, write_time DESC) 
 AS row_num 
    FROM 
 <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>)
WHERE row_num = 1 and  
NOT is_deleted;

Viaje en el tiempo sin duplicados ni registros eliminados en el almacenamiento sin conexión

Esta consulta filtra los registros eliminados y selecciona registros no duplicados de un momento 
determinado.

SELECT *
FROM 
    (SELECT *, 
         row_number() 
        OVER (PARTITION BY <RecordIdentiferFeatureName> 
    ORDER BY  <EventTimeFeatureName> desc, Api_Invocation_Time DESC, write_time DESC) 
 AS row_num 
    FROM 
 <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName> 
    where <EventTimeFeatureName> <= timestamp '<timestamp>') 
    -- replace timestamp '<timestamp>' with just <timestamp>  if EventTimeFeature is of 
 type fractional
WHERE row_num = 1 and
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NOT is_deleted

Eliminación de un registro de un grupo de características

Puedes usar la API de Amazon SageMaker Feature Store para eliminar registros de tus grupos 
de características. Un grupo de características es un objeto que contiene sus datos de machine 
learning (ML), donde las columnas de sus datos se describen por características y sus datos están 
contenidos en registros. Un registro contiene valores para las características que están asociadas a 
un identificador de registro específico.

Hay dos configuraciones de almacenamiento para sus grupos de características: almacenamiento 
en línea y almacenamiento sin conexión. El almacenamiento en línea solo guarda el registro con 
la última hora del evento y, por lo general, se usa para buscar inferencias de ML en tiempo real. El 
almacenamiento sin conexión guarda todos los registros y actúa como una base de datos histórica y, 
por lo general, se usa para la exploración de características, el entrenamiento de ML y la inferencia 
por lotes.

Para obtener más información sobre los conceptos del almacén de características, consulte
Diagramas de ingestion.

Hay dos formas de eliminar registros de los grupos de características y el comportamiento varía 
según la configuración del almacenamiento. En los siguientes temas, se describe cómo eliminar 
de forma automática y definitiva los registros del almacenamiento sin conexión y en línea y se 
proporcionan ejemplos.

Temas

• Eliminación de registros del almacenamiento en línea

• Eliminación de registros del almacenamiento sin conexión

Eliminación de registros del almacenamiento en línea

Puede eliminar un registro de forma temporal o definitiva del almacenamiento en línea mediante la 
API DeleteRecord con el parámetro de solicitud DeletionMode para especificar SoftDelete
(predeterminado) o HardDelete. Para obtener más información sobre la DeleteRecord API, 
consulta DeleteRecordla referencia de la SageMaker API de Amazon.

Con el almacenamiento en línea:
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• Al realizar la eliminación temporal (opción predeterminada), el registro ya no se puede recuperar 
mediante GetRecord o BatchGetRecord y los valores de las columnas de entidades se establecen 
en ese valornull, excepto los valores de la EventTime entidad RecordIdentifer y.

• Al eliminarlo de forma definitiva, el registro se elimina por completo del almacenamiento en línea.

En ambos casos, el almacén de características agrega el marcador de registro eliminado al
OfflineStore. El marcador de registro eliminado es un registro con el mismo RecordIdentifer
que el original, pero con el valor is_deleted establecido en True, el EventTime establecido en el
EventTime de entrada de eliminación y otros valores de características establecidos en null.

Tenga en cuenta que el valor de EventTime especificado en DeleteRecord debe 
establecerse después del EventTime del registro existente en el OnlineStore para el mismo
RecordIdentifer. Si no es así, no se produce la eliminación:

• Para SoftDelete, el registro existente (no eliminado) permanezca en el OnlineStore, aunque 
el marcador de registro eliminado siga escrito en el OfflineStore.

• HardDelete devuelve EventTime: 400 ValidationException para indicar que se ha 
producido un error en la operación de eliminación. No se escribe ningún marcador de registro 
eliminado en el OfflineStore.

En los ejemplos siguientes se usa la operación delete_record del SDK para Python (Boto3) 
para eliminar un registro de un grupo de características. Para eliminar un registro de un grupo de 
características, necesitará lo siguiente:

• Nombre del grupo de características (feature-group-name)

• Valor del identificador como una cadena (record-identifier-value)

• Hora del evento de eliminación (deletion-event-time)

La hora del evento de eliminación debe ser posterior a la hora del evento del registro que desea 
eliminar.

Ejemplo de eliminación temporal de un almacenamiento en línea

Para la eliminación temporal, tendrá que usar la API DeleteRecord y puede usar el
DeletionMode predeterminado o configurar el DeletionMode en SoftDelete.

import boto3
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client = boto3.client('sagemaker-featurestore-runtime')

client.delete_record( 
    FeatureGroupName='feature-group-name', 
    RecordIdentifierValueAsString='record-identifier-value', 
    EventTime='deletion-event-time', 
    TargetStores=[ 
        'OnlineStore', 
    ], 
    DeletionMode='SoftDelete'
)

Ejemplo de borrado definitivo de un almacenamiento en línea

Para eliminar de forma definitiva, tendrá que usar la API DeleteRecord y configurar el
DeletionMode en HardDelete.

import boto3
client = boto3.client('sagemaker-featurestore-runtime')

client.delete_record( 
    FeatureGroupName='feature-group-name', 
    RecordIdentifierValueAsString='record-identifier-value', 
    EventTime='deletion-event-timestamp', 
    TargetStores=[ 
        'OnlineStore', 
    ], 
    DeletionMode='HardDelete'
)

Eliminación de registros del almacenamiento sin conexión

Con Amazon SageMaker Feature Store puedes eliminar de forma automática y definitiva un registro 
del formato de tabla OfflineStore Iceberg. Con el formato de tabla Iceberg OfflineStore:

• Al eliminar un registro de forma temporal, la versión más reciente del archivo de tabla de Iceberg 
no contendrá el registro, pero las versiones anteriores sí lo contendrán y se podrá acceder a ellas 
mediante viajes en el tiempo. Para obtener información sobre los viajes en el tiempo, consulte
Consulta de tablas de Iceberg y realización de viajes en el tiempo en la Guía del usuario de 
Athena.
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• Al eliminar un registro de forma definitiva, se eliminan las versiones anteriores de la tabla de 
Iceberg que contienen el registro. En este caso, debe especificar qué versiones de la tabla de 
Iceberg desea eliminar.

Obtención del nombre de la tabla de Iceberg

Para eliminar de forma temporal y definitiva de la tabla de Iceberg OfflineStore, tendrá que 
obtener el nombre de su tabla de Iceberg, iceberg-table-name. En las siguientes instrucciones 
se da por sentado que ya ha utilizado el almacén de características para crear un grupo de 
características mediante la configuración de almacenamiento sin conexión con el formato de tabla 
de Iceberg, con DisableGlueTableCreation = False (predeterminado). Para obtener más 
información acerca de la creación de grupos de características, consulte Empieza a usar Amazon 
SageMaker Feature Store.

Para obtener su iceberg-table-name, utilice la API DescribeFeatureGroup para obtener la
DataCatalogConfig. Contiene metadatos de la tabla de Glue, que sirve como catálogo de datos 
para el OfflineStore. El TableName en la DataCatalogConfig es su iceberg-table-name.

Ejemplo de eliminación temporal y definitiva del almacenamiento sin conexión de 
Amazon Athena

En las siguientes instrucciones, se utiliza Amazon Athena para eliminar de forma temporal y, luego, 
definitivamente un registro de la tabla de Iceberg OfflineStore. Esto supone que el registro 
que pretende eliminar en su OfflineStore es un marcador de registro eliminado. Para obtener 
información sobre el marcador de registro eliminado de su OfflineStore, consulte Eliminación de 
registros del almacenamiento en línea.

1. Obtenga el nombre de la tabla de Iceberg, iceberg-table-name. Para obtener información 
sobre cómo obtener el nombre de la tabla de iceberg, consulte Obtención del nombre de la tabla 
de Iceberg.

2. Ejecute el comando DELETE para eliminar temporalmente los registros del OfflineStore, 
de forma que la versión (o instantánea) más reciente de la tabla de Iceberg no contenga los 
registros. En el siguiente ejemplo, se eliminan los registros donde is_deleted es 'True' y 
las versiones anteriores de dichos registros en la hora del evento. Puede agregar condiciones 
adicionales en función de otras características para restringir la eliminación. Para obtener más 
información sobre el uso de DELETE con Athena, consulte DELETE en la Guía del usuario de 
Athena.
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DELETE FROM iceberg-table-name WHERE record-id-feature-name IS IN ( SELECT record-
id-feature-name FROM iceberg-table-name WHERE is_deleted = 'True')

Los registros eliminados temporalmente se pueden seguir viendo en las versiones anteriores del 
archivo al realizar un viaje en el tiempo. Para obtener información sobre cómo realizar viajes en 
el tiempo, consulte Consulta de tablas de Iceberg y realización de viajes en el tiempo en la Guía 
del usuario de Athena.

3. Elimine el registro de las versiones anteriores de las tablas de Iceberg para eliminar de forma 
permanente el registro del OfflineStore:

a. Ejecute el comando OPTIMIZE para rescribir los archivos de datos en una disposición más 
optimizada, en función de su tamaño y del número de archivos de eliminación asociados. 
Para obtener más información sobre la optimización de las tablas de Iceberg y la sintaxis, 
consulte Optimización de las tablas de Iceberg en la Guía del usuario de Athena.

OPTIMIZE iceberg-table-name REWRITE DATA USING BIN_PACK

b. De forma opcional (solo es necesario ejecutarlo una vez), ejecute el comando ALTER 
TABLE para modificar los valores del conjunto de tablas de Iceberg y establecer cuándo 
se eliminarán definitivamente las versiones anteriores de los archivos de acuerdo con sus 
especificaciones. Esto se puede hacer mediante la asignación de valores a las propiedades
vacuum_min_snapshots_to_keep y vacuum_max_snapshot_age_seconds. Para 
obtener más información sobre cómo modificar las propiedades del conjunto de tablas de 
Iceberg, consulte ALTER TABLE SET PROPERTIES en la Guía del usuario de Athena. 
Para obtener más información sobre los pares clave-valor de las propiedades de la tabla de 
Iceberg, consulte Propiedades de la tabla en al Guía del usuario de Athena.

ALTER TABLE iceberg-table-name SET TBLPROPERTIES ( 
  'vacuum_min_snapshots_to_keep'='your-specified-value', 
  'vacuum_max_snapshot_age_seconds'='your-specified-value'
)

c. Ejecute el comando VACUUM para eliminar los archivos de datos que ya no son necesarios 
para las tablas de Iceberg y a los que no hace referencia la versión actual. El comando
VACUUM debe ejecutarse cuando ya no se haga referencia al registro eliminado en la 
instantánea actual. Por ejemplo, vacuum_max_snapshot_age_seconds después de la 
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eliminación. Para obtener más información sobre VACUUM con Athena y la sintaxis, consulte
VACUUM.

VACUUM iceberg-table-name

Ejemplo de eliminación temporal y definitiva del almacenamiento sin conexión de 
Apache Spark

Para eliminar un registro de la tabla de Iceberg OfflineStore de forma temporal y, después, de 
forma definitiva, mediante Apache Spark, puede seguir las mismas instrucciones que en el Ejemplo 
de eliminación temporal y definitiva del almacenamiento sin conexión de Amazon Athena anterior, 
pero utilizando los procedimientos de Spark. Para ver una lista completa de procedimientos, consulte
Spark Procedures en la documentación de Apache Iceberg.

• Cuando realice una eliminación temporal del OfflineStore: en lugar de usar el comando
DELETE de Athena, use el comando DELETE FROM de Apache Spark.

• Para eliminar el registro de las versiones anteriores de las tablas de Iceberg y eliminar de forma 
definitiva el registro del OfflineStore:

• Al cambiar la configuración de la tabla Iceberg: en lugar de utilizar el comando ALTER TABLE de 
Athena, utilice el procedimiento expire_snapshots.

• Para eliminar los archivos de datos que ya no son necesarios de las tablas de Iceberg: en lugar 
de utilizar el comando VACUUM de Athena, utilice el procedimiento remove_orphan_files.

Registro de operaciones del almacén de características mediante 
AWS CloudTrail

Amazon SageMaker Feature Store está integrado con AWS CloudTrail un servicio que proporciona 
un registro de las acciones realizadas por un usuario, un rol o un AWS servicio en Feature Store. 
CloudTrail captura todas las llamadas a la API de Feature Store que aparecen en esta página. 
Los eventos registrados incluyen las llamadas a la API desde las operaciones de administración y 
datos de recursos del almacén de características. Al crear una ruta, se activa la entrega continua de 
CloudTrail eventos desde Feature Store a un bucket de Amazon S3. Con la información recopilada 
por usted CloudTrail, puede determinar la solicitud que se realizó a Feature Store, la dirección IP 
desde la que se realizó la solicitud, quién la hizo, cuándo se realizó y detalles adicionales.
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Para obtener más información CloudTrail, consulte la Guía AWS CloudTrail del usuario.

Eventos de administración

Los eventos de administración capturan las operaciones realizadas en los recursos del almacén de 
características de su cuenta de AWS. Por ejemplo, el registro generado a partir de los eventos de 
administración proporciona visibilidad si un usuario crea o elimina un almacén de características. Las 
siguientes API registran los eventos de administración en Amazon SageMaker Feature Store.

• CreateFeatureGroup

• DeleteFeatureGroup

• DescribeFeatureGroup

• UpdateFeatureGroup

Las llamadas a la SageMaker API de Amazon y los eventos de administración se registran de forma 
predeterminada al crear la cuenta, tal y como se describe enRegistra las llamadas a SageMaker la 
API de Amazon con AWS CloudTrail. Para obtener más información, consulte Registro de eventos de 
administración para los registros de seguimiento.

Eventos de datos

Los eventos de datos capturan las operaciones del plano de datos realizadas mediante los recursos 
del almacén de características de su cuenta de AWS. Por ejemplo, el registro generado a partir de 
los eventos de datos proporciona visibilidad si un usuario agrega o elimina un registro en un grupo de 
características. Las siguientes API registran eventos de datos en Amazon SageMaker Feature Store.

• BatchGetRecord

• DeleteRecord

• GetRecord

• PutRecord

De forma predeterminada, las CloudTrail rutas no registran los eventos de datos. Para activar 
el registro de eventos de datos, active el registro de la actividad de la API del plano de datos en 
CloudTrail. Para obtener más información, consulta CloudTrail la sección Registrar eventos de datos 
para senderos.

El siguiente es un ejemplo de CloudTrail evento para una llamada a la PutRecord API:
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{ 
    "eventVersion": "1.08", 
    "userIdentity": { 
        "type": "IAMUser", 
        "principalId": "USERPRINCIPALID", 
        "arn": "arn:aws:iam::123456789012:user/user", 
        "accountId": "123456789012", 
        "accessKeyId": "USERACCESSKEYID", 
        "userName": "your-user-name" 
    }, 
    "eventTime": "2023-01-01T01:00:00Z", 
    "eventSource": "sagemaker.amazonaws.com", 
    "eventName": "PutRecord", 
    "awsRegion": "us-east-1", 
    "sourceIPAddress": "192.0.2.0", 
    "userAgent": "your-user-agent", 
    "requestParameters": { 
        "featureGroupName": "your-feature-group-name" 
    }, 
    "responseElements": null, 
    "requestID": "request-id", 
    "eventID": "event-id", 
    "readOnly": false, 
    "resources": [ 
        { 
            "accountId": "123456789012", 
            "type": "AWS::SageMaker::FeatureGroup", 
            "ARN": "arn:aws:sagemaker:us-east-1:123456789012:feature-group/your-
feature-group-name" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": false, 
    "recipientAccountId": "123456789012", 
    "eventCategory": "Data", 
    "tlsDetails": { 
        ... 
    }
}
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Seguridad y control de acceso

Amazon SageMaker Feature Store te permite crear dos tipos de tiendas: una tienda online o una 
tienda offline. El almacenamiento en línea se utiliza para casos de uso de inferencia en tiempo real 
de baja latencia, mientras que el almacenamiento sin conexión se emplea para casos de uso de 
entrenamiento e inferencia por lotes. Al crear un grupo de características para su uso en línea o 
sin conexión, puede proporcionar una clave administrada por el cliente de AWS Key Management 
Service para cifrar todos los datos en reposo. En caso de que no proporciones una clave de AWS 
KMS, nos aseguraremos de que los datos estén cifrados en el servidor mediante una clave de 
AWS KMS propiedad de AWS o una clave AWS KMS administrada por AWS. Al crear un grupo de 
características, puede seleccionar el tipo de almacenamiento y, si lo desea, proporcionar una clave 
de AWS KMS para cifrar los datos. A continuación, puede utilizar varias API para administrar los 
datos como PutRecord, GetRecord y DeleteRecord.

El almacén de características le permite conceder o denegar el acceso a personas a nivel de grupo 
de características y permite el acceso entre cuentas al almacén de características. Por ejemplo, 
puede configurar cuentas de desarrollador para acceder al almacenamiento sin conexión para 
el entrenamiento y la exploración de modelos si no tiene acceso de escritura a las cuentas de 
producción. Puede configurar cuentas de producción para acceder al almacenamiento sin conexión y 
en línea. El almacén de características utiliza claves de AWS KMS del cliente únicas para el cifrado 
de los datos en reposo del almacenamiento en línea y sin conexión. El control de acceso se habilita 
tanto a través de la API como del acceso a la clave de AWS KMS. También puede crear un control 
de acceso a nivel de grupo de características.

Para obtener más información acerca de las claves administradas por el cliente, consulte claves 
administradas por el cliente. Para obtener más información acerca de AWS KMS, consulte AWS 
KMS.

Uso de AWS KMS permisos para Amazon SageMaker Feature Store

El cifrado en reposo protege el almacén de características con una clave administrada por el 
cliente de AWS KMS. De forma predeterminada, utiliza una AWSclave gestionada por el cliente 
propia para OnlineStore y una clave AWS gestionada por el cliente para OfflineStore. El almacén 
de características admite una opción para cifrar el almacenamiento sin conexión y en línea con 
una clave administrada por el cliente. Puede seleccionar la clave administrada por el cliente para 
el almacén de características al crear el almacenamiento sin conexión o en línea, y pueden ser 
diferentes para cada almacenamiento.
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El almacén de características solo admite claves simétricas administradas por el cliente. No puede 
utilizar una clave asimétrica administrada por el cliente para cifrar los datos en su almacenamiento 
sin conexión o en línea. Para obtener ayuda para determinar si una clave de KMS es simétrica o 
asimétrica, consulte la sección de identificación de claves KMS simétricas y asimétricas.

Cuando utiliza una clave administrada por el cliente, podrá disfrutar de las siguientes características:

• Puede crear y administrar la clave administrada por el cliente, incluida la configuración de políticas 
de claves, políticas de IAM y concesiones para controlar el acceso a la clave administrada por el 
cliente. Puede habilitar y deshabilitar la clave administrada por el cliente, habilitar y deshabilitar la
rotación de claves automática y eliminar la clave administrada por el cliente cuando ya no esté en 
uso.

• Puede utilizar una clave administrada por el cliente con material de claves importado o una clave 
administrada por el cliente en un almacén de claves personalizado que tenga y administre.

• Puedes auditar el cifrado y el descifrado de tu tienda online o offline examinando las llamadas a la 
API incluidas AWS KMS en AWS CloudTraillos registros.

No tendrá que pagar ninguna tarifa mensual por las claves administradas por el cliente propiedad 
de AWS. Las claves administradas por el cliente incurrirán en cargos por cada llamada a la API y se 
aplicarán cuotas de AWS Key Management Service a cada clave administrada por el cliente.

Autorización del uso de una clave administrada por el cliente para el 
almacenamiento en línea

Si utiliza una clave administrada por el cliente para proteger su almacenamiento en línea, 
las políticas de esa clave administrada por el cliente deben conceder permiso al almacén de 
características para que la utilice en su nombre. Tiene control total sobre las políticas y concesiones 
de una clave administrada por el cliente.

El almacén de características no necesita autorización adicional para poder utilizar la clave de KMS 
propiedad de AWS predeterminada para proteger el almacenamiento sin conexión o en línea en su 
cuenta de AWS.

Política de claves administradas por el cliente

Al seleccionar una clave administrada por el cliente para proteger el almacenamiento en línea, el 
almacén de características debe tener permiso para utilizar la clave administrada por el cliente 
en nombre de la entidad principal que realiza la selección. Esa entidad principal, un usuario o 
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rol, debe tener los permisos en la clave administrada por el cliente que precisa el almacén de 
características. Puede proporcionar estos permisos en una política de claves, una política de IAM o 
una concesión. Como mínimo, el almacén de características precisa los siguientes permisos en una 
clave administrada por el cliente:

• «KMS:Encrypt», «KMS:Decrypt», «kms: DescribeKey «, «kms: CreateGrant «, «kms: RetireGrant 
«, «kms: «, ReEncryptFrom «kms: «, ReEncryptTo «kms: «, GenerateDataKey «kms: «, 
«kms:ListAliases» ListGrants RevokeGrant

Por ejemplo, la política de claves de ejemplo siguiente proporciona solo los permisos necesarios. La 
política tiene las siguientes consecuencias:

• Permite al almacén de características utilizar la clave administrada por el cliente en operaciones 
criptográficas y crear concesiones, pero solo cuando actúa en nombre de las entidades principales 
de la cuenta que tienen permiso para usar el almacén de características. Si las entidades 
principales especificadas en la declaración de política no tienen permiso para utilizar el almacén de 
características, la llamada produce un error, incluso cuando proviene del servicio del almacén de 
características.

• La clave de ViaService condición kms: permite los permisos solo cuando la solicitud proviene 
de una de las entidades principales enumeradas FeatureStore en la declaración de política. 
Estas entidades principales no pueden llamar a estas operaciones directamente. El valor de
kms:ViaService debe ser sagemaker.*.amazonaws.com.

Note

La clave de condición kms:ViaService solo se puede usar para la clave administrada 
por el cliente de AWS KMS del almacenamiento en línea y no se puede usar para el 
almacenamiento sin conexión. Si agrega esta condición especial a la clave administrada 
por el cliente y utiliza la misma clave de AWS KMS tanto para el almacenamiento sin 
conexión como en línea, no se podrá ejecutar la API CreateFeatureGroup.

• Proporciona a los administradores de la clave administrada por el cliente acceso de solo lectura 
a la clave administrada por el cliente y permiso para revocar las concesiones, incluidas las 
concesiones que el almacén de características utiliza para proteger sus datos.

Antes de utilizar una política de claves de ejemplo, sustituya las entidades principales de ejemplo por 
las entidades principales reales de su cuenta de AWS.

Autorización del uso de una clave administrada por el cliente para el almacenamiento en línea 2702

https://docs.aws.amazon.com/kms/latest/developerguide/key-policies.html
https://docs.aws.amazon.com/kms/latest/developerguide/iam-policies.html
https://docs.aws.amazon.com/kms/latest/developerguide/grants.html
https://docs.aws.amazon.com/kms/latest/developerguide/policy-conditions.html#conditions-kms-via-service


Amazon SageMaker Guía para desarrolladores

{"Id": "key-policy-feature-store", 
   "Version":"2012-10-17", 
   "Statement": [ 
     {"Sid" : "Allow access through Amazon SageMaker Feature Store for all principals 
 in the account that are authorized to use  Amazon SageMaker Feature Store", 
       "Effect": "Allow", 
       "Principal": {"AWS": "arn:aws:iam::111122223333:user/featurestore-user"}, 
       "Action": [ 
         "kms:Encrypt", 
         "kms:Decrypt", 
         "kms:DescribeKey", 
         "kms:CreateGrant", 
         "kms:RetireGrant", 
         "kms:ReEncryptFrom", 
         "kms:ReEncryptTo", 
         "kms:GenerateDataKey", 
         "kms:ListAliases", 
         "kms:ListGrants" 
       ], 
       "Resource": "*",       
       "Condition": {"StringLike": {"kms:ViaService" : "sagemaker.*.amazonaws.com" 
          } 
       } 
     }, 
     {"Sid":  "Allow administrators to view the customer managed key and revoke 
 grants", 
       "Effect": "Allow", 
       "Principal": {"AWS": "arn:aws:iam::111122223333:role/featurestore-admin" 
        }, 
       "Action": [ 
         "kms:Describe*", 
         "kms:Get*", 
         "kms:List*", 
         "kms:RevokeGrant" 
       ], 
       "Resource": "*" 
     }, 
     {"Sid": "Enable IAM User Permissions", 
       "Effect": "Allow", 
        "Principal": {"AWS": "arn:aws:iam::123456789:root" 
        }, 
        "Action": "kms:*", 
        "Resource": "*" 
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     } 
   ] 
 }
 

Uso de concesiones para autorizar el almacén de características

Además de las políticas de claves, el almacén de características utiliza concesiones para establecer 
permisos en una clave administrada por el cliente. Para ver las concesiones que tiene una 
clave administrada por el cliente en su cuenta, utilice la operación ListGrants. El almacén 
de características no necesita concesiones ni permisos adicionales para poder utilizar la clave 
administrada por el cliente de AWS para proteger su almacenamiento en línea.

El almacén de características utiliza los permisos de concesión cuando realiza el mantenimiento del 
sistema en segundo plano y en tareas de protección de datos continuas.

Cada concesión es específica de un almacenamiento en línea. Si la cuenta incluye varios 
almacenamientos cifrados con la misma clave administrada por el cliente, habrá concesiones únicas 
por cada FeatureGroup que utilice la misma clave administrada por el cliente.

La política de claves también puede permitir a la cuenta revocar la concesión en la clave 
administrada por el cliente. Sin embargo, si revoca la concesión en un almacenamiento en línea 
cifrado activo, el almacén de características no podrá proteger y mantener el almacenamiento.

Supervisión de la interacción del almacén de características con AWS KMS

Si utiliza una clave administrada por el cliente para proteger su almacenamiento sin conexión o en 
línea, puede utilizar los registros de AWS CloudTrail para realizar un seguimiento de las solicitudes 
que el almacén de características envía a AWS KMS en su nombre.

Acceso a los datos del almacenamiento en línea

La persona que llama (usuario o rol) a TODAS DataPlane las operaciones (Put, Get DeleteRecord)
debe tener los siguientes permisos en la clave administrada por el cliente:

"kms:Decrypt"
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Autorización del uso de una clave administrada por el cliente para el 
almacenamiento sin conexión

El RoLearn que se pasa como parámetro createFeatureGroup debe tener los siguientes 
permisos para: OfflineStore KmsKeyId

"kms:GenerateDataKey"

Note

La política de claves del almacenamiento en línea también se aplica al almacenamiento sin 
conexión, solo si no se especifica la condición kms:ViaService.

Important

Puede especificar una clave de cifrado de AWS KMS para cifrar la ubicación de Amazon S3 
utilizada para su almacén de características sin conexión al crear un grupo de características. 
Si no se especifica la clave de cifrado de AWS KMS, de forma predeterminada todos los 
datos en reposo se cifran mediante una clave de AWS KMS. Al definir su clave de nivel 
de bucket para SSE, puede reducir los costos de las solicitudes de AWS KMS hasta en un 
99 por ciento.

Cuotas, reglas de nomenclatura y tipos de datos

Terminologías de cuotas

• Unidad de solicitud de lectura (RRU): medida del rendimiento de lectura, donde el número de RRU 
por solicitud de lectura es igual al límite máximo del tamaño del registro de lectura dividido en 
fragmentos de 4 KB. La RRU mínima por solicitud es 0.

• Unidad de solicitud de escritura (WRU): medida del rendimiento de escritura, donde el número 
de WRU por solicitud de escritura es igual al límite máximo del tamaño del registro de escritura 
dividido en fragmentos de 1 KB. La WRU mínima por solicitud es 1 (incluidas las operaciones de 
eliminación).
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Límites y cuotas

Note

Los límites flexibles se pueden aumentar en función de sus necesidades.

• Número máximo de grupos de características por cuenta de AWS: límite flexible de 100.

• Número máximo de definiciones de características por grupo de características: 2500.

• Número máximo de RRU por identificador de registro: 2400 RRU por segundo.

• Número máximo de WRU por identificador de registro: 500 WRU por segundo.

• Unidades de capacidad de lectura (RCU) máximas que se pueden aprovisionar en un solo grupo 
de funciones: 40000 RCU.

• Unidades de capacidad de escritura (WCU) máximas que se pueden aprovisionar en un solo grupo 
de funciones: 40000 WCU.

• Unidades de capacidad de lectura máxima que se pueden aprovisionar en todos los grupos de 
funciones de una región: 80000 RCU.

• Unidades de capacidad de escritura máxima que se pueden aprovisionar en todos los grupos de 
funciones de una región: 80000 WCU.

• Número máximo de transacciones por segundo (TPS) por API por Cuenta de AWS: límite flexible 
de 10 000 TPS por API, excluida la llamada a la API BatchGetRecord, que tiene un límite flexible 
de 500 TPS.

• Tamaño máximo de un registro: 350 KB.

• Tamaño máximo de un identificador de registro: 2 KB.

• Tamaño máximo del valor de una característica: 350 KB.

• Número máximo de flujos de trabajo simultáneos de creación de grupos de características: 4.

• BatchGetRecord API: puede contener hasta 100 registros y consultar hasta 100 grupos de 
entidades.

Para obtener más información acerca de las cuotas de servicio y cómo solicitar un aumento de cuota, 
consulte AWS service quotas.
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Reglas de nomenclatura

• Palabras reservadas: las siguientes son palabras reservadas y no se pueden usar como 
nombres de características en las definiciones de características:is_deleted, write_time y
api_invocation_time.

Tipos de datos

• Tipo de característica de cadena: las cadenas son Unicode con codificación binaria UTF-8. La 
longitud mínima de una cadena puede ser cero, la longitud máxima está limitada por el tamaño 
máximo de un registro.

• Tipo de característica de fracción: los valores de las características de fracción deben ajustarse a 
un número de coma flotante de doble precisión, tal como se define en el estándar IEEE 754.

• Tipo de característica de entero: el almacén de características admite valores enteros en el rango 
de un entero con signo de 64 bits. Un valor mínimo de -263 y un valor máximo: 263 - 1.

• Características de hora del evento: todos los grupos de características tienen una característica de 
hora del evento con una precisión de nanosegundos. Cualquier hora del evento con una precisión 
inferior a nanosegundos provocará una incompatibilidad con versiones anteriores. La característica 
puede tener un tipo de característica de cadena o fracción.

• Se acepta la hora del evento de cadena en formato ISO-8601, en horario UTC, según los 
siguientes patrones: [aaaa-MM-dd'T'HH:mm:ssZ, aaaa-MM-dd'T'HH:mm:ss.SSSSSSSSSZ].

• Se acepta un valor de hora del evento fraccionario como segundos de la época de Unix. 
Las horas de los eventos deben estar en el intervalo de [0000-01-01T00:00:00.000000000Z, 
9999-12-31T23:59:59.999999999Z]. Para los grupos de características en formato de tabla de
Iceberg, solo puede usar el tipo de cadena para la hora del evento.

Formato de datos de tienda offline de Amazon SageMaker Feature 
Store

Amazon SageMaker Feature Store admite los formatos de tabla Apache Iceberg AWS Glue y Apache 
para la tienda offline. Puede elegir el formato de la tabla al crear un nuevo grupo de características. 
AWS Glue es el formato predeterminado.

Los datos de la tienda offline de Amazon SageMaker Feature Store se almacenan en un bucket de 
Amazon S3 dentro de su cuenta. Cuando llama a PutRecord, sus datos se almacenan en búfer, 

Reglas de nomenclatura 2707

https://en.wikipedia.org/wiki/IEEE_754


Amazon SageMaker Guía para desarrolladores

se agrupan y se graban en Amazon S3 en 15 minutos. El almacén de características solo admite el 
formato de archivo Parquet al escribir los datos en un almacenamiento sin conexión. En concreto, 
cuando los datos se escriben en el almacenamiento sin conexión, los datos se pueden recuperar del 
bucket de Amazon S3 en formato Parquet. Cada archivo puede contener más de un Record.

Para el formato de Iceberg, el almacén de características guarda los metadatos de la tabla en el 
mismo bucket de Amazon S3 que utiliza para almacenar los datos del almacenamiento sin conexión. 
Lo encontrará bajo el prefijo metadata.

Feature Store también expone el OfflineStoreConfigS.S3. StorageConfig ResolvedOutputEl campo 
S3Uri, que se encuentra en la llamada a la API. DescribeFeatureGroup Esta es la ruta de S3 en la 
que se escriben los archivos del grupo de características específico.

El almacén de características agrega los siguientes campos adicionales a cada registro cuando 
persisten en el almacenamiento sin conexión:

• api_invocation_time: la marca temporal en la que el servicio recibe la llamada PutRecord o
DeleteRecord. Si utiliza la ingesta administrada (por ejemplo, Data Wrangler), esta es la marca 
temporal en la que los datos se escribieron en el almacenamiento sin conexión.

• write_time: marca temporal en la que se escribieron los datos en el almacenamiento sin conexión. 
Se puede usar para crear consultas relacionadas con viajes en el tiempo.

• is_deleted: False de forma predeterminada. Si se llama a DeleteRecord, se inserta un nuevo
Record en RecordIdentifierValue y se establece en True en el almacenamiento sin 
conexión.

Estructuras de URI de tiendas offline de Amazon SageMaker Feature Store

En los siguientes ejemplos, DOC-EXAMPLE-BUCKET es el bucket de Amazon S3 de su cuenta,
example-prefix es su prefijo de ejemplo, 111122223333 es su ID de cuenta, Región de AWS
es su región y feature-group-name es el nombre de su grupo de características.

Formato de tabla de AWS Glue

Los registros del almacenamiento sin conexión almacenados con el formato de tabla de AWS Glue 
se dividen según la hora del evento en particiones por hora. No puede configurar el esquema de 
particionamiento. La siguiente estructura de URI muestra la organización de un archivo Parquet 
mediante el formato de AWS Glue:
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s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Región de AWS/offline-
store/feature-group-name-feature-group-creation-time/data/year=year/month=month/
day=day/hour=hour/timestamp_of_latest_event_time_in_file_16-random-alphanumeric-
digits.parquet

El siguiente ejemplo es la ubicación de salida de un archivo Parquet para un archivo con feature-
group-name como customer-purchase-history-patterns:

s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Región de AWS/offline-
store/customer-purchase-history-patterns-1593511200/data/year=2020/month=06/day=31/
hour=00/20200631T064401Z_108934320012Az11.parquet

Formato de tabla de Iceberg

Los registros del almacenamiento sin conexión almacenados con el formato de tabla de Iceberg 
se dividen según la hora del evento en particiones por día. No puede configurar el esquema de 
particionamiento. La siguiente estructura de URI muestra la organización de los archivos de datos 
guardados en el formato de tabla de Iceberg:

s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Región de AWS/offline-
store/feature-group-name-feature-group-creation-time/data/8-random-alphanumeric-
digits/event-time-feature-name_trunc=event-time-year-event-time-month-event-time-day/
timestamp-of-latest-event-time-in-file_16-random-alphanumeric-digits.parquet

El siguiente ejemplo es la ubicación de salida de un archivo Parquet para un archivo con feature-
group-name como customer-purchase-history-patterns, con el event-time-feature-
name de EventTime:

s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Región de AWS/
offline-store/customer-purchase-history-patterns-1593511200/data/0aec19ca/
EventTime_trunc=2022-11-09/20221109T215231Z_yolTtpyuWbkaeGIl.parquet

El siguiente ejemplo es la ubicación de un archivo de metadatos para los archivos de datos 
guardados en el formato de tabla de Iceberg.

s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Región de AWS/offline-
store/feature-group-name-feature-group-creation-time/metadata/
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Recursos de Amazon SageMaker Feature Store

A continuación se enumeran los recursos disponibles para los usuarios de Amazon SageMaker 
Feature Store. Para ver la página principal de Feature Store, consulta Amazon SageMaker Feature 
Store.

Ejemplos de cuadernos y talleres del almacén de características

Para empezar a utilizar Amazon SageMaker Feature Store, puedes elegir entre varios 
ejemplos de libretas Jupyter de la siguiente tabla. Si es la primera vez que utiliza el almacén 
de características, pruebe el cuaderno de Introducción al almacén de características. Para 
ejecutar cualquiera de estos cuadernos, debe asociar esta política a su rol de ejecución de IAM:
AmazonSageMakerFeatureStoreAccess.

Consulte Roles de IAM para acceder al rol y asociar esta política. Para obtener información detallada 
sobre cómo ver las políticas asociadas a un rol y cómo agregar una política a su rol, consulte Adding 
policies to your IAM role.

En la siguiente tabla se muestra una variedad de recursos para ayudarle a comenzar a utilizar el 
almacén de características. Esta tabla contiene ejemplos, instrucciones y cuadernos de ejemplo que 
le ayudarán a utilizar el almacén de características por primera vez en casos de uso concretos. El 
código de estos recursos usa el SageMaker SDK para Python (Boto3).

Página Descripción

Empieza a utilizar Amazon SageMaker Feature 
Store en Read the Docs.

Una lista de ejemplos de cuadernos que 
presentan el almacén de características y sus 
características y le ayudarán a empezar.

Guía de Amazon SageMaker Feature Store en 
Read the Docs.

Una guía del almacén de características sobre 
cómo configurar, crear un grupo de caracterí 
sticas, cargar datos en un grupo de caracterí 
sticas y usar el almacén de características en 
general.

end-to-end Taller de Amazon SageMaker 
Feature Store en el repositorio de aws-sampl 
es  Github

Un taller sobre end-to-end Feature Store.
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Página Descripción

Cuadernos de ejemplo de Feature Store en 
el repositorio de cuadernos de SageMaker 
ejemplo.

Cuadernos de ejemplo de casos de uso 
específicos del almacén de características.

API y SDK de Python del almacén de características

El kit de desarrollo de software (SDK) de Python y la interfaz de programación de aplicaciones 
(API) son herramientas que se utilizan para crear aplicaciones de software. En la siguiente tabla se 
muestran el SDK para Python (Boto3) y la API del almacén de características.

Página Descripción

API de Feature Store en el SDK de Amazon 
SageMaker Python Lea la documentación

Las API del almacén de características en 
Read the Docs.

Feature Store Python SDK en el repositorio 
Github de Amazon SageMaker Python SDK

El repositorio de Github del SDK de Python del 
almacén de características.

Feature Store Runtime operations and data 
types en la documentación del SDK para 
Python (Boto3)

El cliente de tiempo de ejecución del almacén 
de características que contiene todas las 
operaciones y tipos de datos de la API del 
plano de datos para el almacén de caracterí 
sticas.

Amazon SageMaker Feature Store Runtime en 
la referencia de la SageMaker API de Amazon

Algunas acciones a nivel de grupo de caracterí 
sticas son compatibles con el almacén de 
características. Si la operación de la API o el 
tipo de datos que busca no aparecen aquí, 
utilice la búsqueda en la guía.

Amazon SageMaker Feature Store Runtime en 
la referencia de la SageMaker API de Amazon

Acciones a nivel de registro admitidas por el 
almacén de características. Si la operación 
de la API o el tipo de datos que busca no 
aparecen aquí, utilice la búsqueda en la guía.
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Formación de un modelo de machine learning

La etapa de entrenamiento del ciclo de vida completo de machine learning (ML) abarca desde el 
acceso al conjunto de datos de entrenamiento hasta la generación de un modelo final y la selección 
del modelo con mejor rendimiento para su implementación. En las siguientes secciones se ofrece 
una descripción general de las funciones y los recursos de SageMaker formación disponibles, con 
información técnica detallada sobre cada uno de ellos.

El flujo de trabajo de formación más sencillo de SageMaker

Si es la primera vez que lo usas SageMaker y quieres encontrar una solución rápida de aprendizaje 
automático para entrenar un modelo en tu conjunto de datos, considera usar una solución sin código 
o con poco código, como  SageMaker Canvas, SageMaker JumpStarten SageMaker Studio Classic, 
o SageMaker Autopilot.

Para experiencias de programación de nivel intermedio, considere la posibilidad de utilizar una 
libreta SageMaker Studio Classic o Notebook InstancesSageMaker . Para empezar, sigue las 
instrucciones the section called “Paso 4: Entrenar un modelo” de la guía de SageMaker introducción. 
Lo recomendamos para los casos de uso en los que cree su propio modelo y script de entrenamiento 
utilizando un marco de ML.

El siguiente diagrama de arquitectura muestra cómo SageMaker gestiona los trabajos de formación 
en aprendizaje automático y aprovisiona las instancias de Amazon EC2 en nombre de los 
SageMaker usuarios. Como SageMaker usuario, puede traer su propio conjunto de datos de 
entrenamiento y guardarlo en Amazon S3. Puede elegir un modelo de aprendizaje automático entre 
los algoritmos SageMaker integrados disponibles, o bien utilizar su propio guion de entrenamiento 
con un modelo creado con los marcos de aprendizaje automático más populares.
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Vista completa del flujo de trabajo y las características de la 
SageMaker formación

El proceso completo de entrenamiento en ML incluye tareas que van más allá de la ingesta de datos 
para obtener modelos de ML, el entrenamiento de modelos en instancias de procesamiento y la 
obtención de artefactos y resultados de los modelos. Debe evaluar todas las fases de antes, durante 
y después del entrenamiento para asegurarse de que su modelo está bien entrenado para cumplir la 
precisión deseada para sus objetivos.

El siguiente diagrama de flujo muestra una descripción general de alto nivel de sus acciones (en 
cuadros azules) y las funciones de SageMaker formación disponibles (en cuadros de color azul claro) 
a lo largo de la fase de formación del ciclo de vida del aprendizaje automático.
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En las siguientes secciones se explica cada fase de la formación que se describe en el diagrama de 
flujo anterior y se describen las útiles funciones que se ofrecen en las SageMaker tres subetapas de 
la formación en aprendizaje automático.

Temas

• Antes del entrenamiento

• Durante el entrenamiento

• Después del entrenamiento

Vista completa del flujo de trabajo y las características de la SageMaker formación 2714
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Antes del entrenamiento

Hay varios escenarios de configuración de los recursos y el acceso a los datos que hay que tener en 
cuenta antes del entrenamiento. Consulte el siguiente diagrama y los detalles de cada etapa previa al 
entrenamiento para hacerse una idea de las decisiones que debe tomar.

• Prepare los datos: antes del entrenamiento, debe haber terminado la limpieza de datos y la 
ingeniería de las características durante la etapa de preparación de los datos. SageMaker cuenta 
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con varias herramientas de etiquetado e ingeniería de características que le ayudarán. Consulte
Etiquetar datos, Preparar y analizar conjuntos de datos, Procesar datos y Crear, almacenar y 
compartir funciones para obtener más información.

• Elija un algoritmo o marco: según el grado de personalización que necesite, existen diferentes 
opciones de algoritmos y marcos.

• Si prefiere una implementación con poco código de un algoritmo prediseñado, utilice uno de 
los algoritmos integrados que ofrece. SageMaker Para obtener más información, consulte
Seleccionar un algoritmo.

• Si necesitas más flexibilidad para personalizar tu modelo, ejecuta tu guion de entrenamiento 
utilizando los marcos y kits de herramientas que prefieras. SageMaker Para obtener más 
información, consulte Marcos y conjuntos de herramientas de ML.

• Para ampliar las imágenes de SageMaker Docker prediseñadas como imagen base de su propio 
contenedor, consulte Usar imágenes de Docker SageMaker prediseñadas.

• Para incorporar tu contenedor Docker personalizado a SageMaker, consulta Cómo adaptar tu 
propio contenedor Docker para trabajar con él. SageMaker Debe instalarlo en su sagemaker-
training-toolkitcontenedor.

• Gestione el almacenamiento de datos: comprenda el mapeo entre el almacenamiento de datos 
(como Amazon S3, Amazon EFS o Amazon FSx) y el contenedor de entrenamiento que se 
ejecuta en la instancia de procesamiento de Amazon EC2. SageMaker ayuda a mapear las 
rutas de almacenamiento y las rutas locales en el contenedor de entrenamiento. También puede 
especificarlos manualmente. Una vez realizado el mapeo, considere la posibilidad de utilizar 
uno de los modos de transmisión de datos: archivo, canalización y FastFile modo. Para obtener 
información sobre cómo SageMaker mapear las rutas de almacenamiento, consulte Capacitación 
sobre las carpetas de almacenamiento.

• Configure el acceso a los datos de formación: utilice Amazon SageMaker Domain, un perfil 
de usuario de dominio, IAM, Amazon VPC AWS KMS y cumpla con los requisitos de las 
organizaciones más sensibles a la seguridad.

• Para la administración de la cuenta, consulta Amazon SageMaker Domain.

• Para obtener una referencia completa sobre las políticas y la seguridad de IAM, consulta
Seguridad en Amazon SageMaker.

• Transmita sus datos de entrada: SageMaker proporciona tres modos de entrada de datos: File,
Pipe y FastFile. El modo de entrada predeterminado es el modo File, que carga todo el conjunto 
de datos durante la inicialización del trabajo de entrenamiento. Para obtener información sobre las 
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prácticas recomendadas generales para transmitir datos desde su almacenamiento de datos al 
contenedor de entrenamiento, consulte Acceder a datos de entrenamiento.

En el caso del modo Pipe, también puede considerar la posibilidad de utilizar un archivo de 
manifiesto aumentado para transmitir sus datos directamente desde Amazon Simple Storage 
Service (Amazon S3) y formar a su modelo. El uso del modo pipe reduce el espacio en disco, ya 
que Amazon Elastic Block Store solo necesita almacenar los artefactos finales del modelo, en 
lugar de almacenar todo el conjunto de datos de entrenamiento. Para obtener más información 
consulte Proporcionar metadatos del conjunto de datos a trabajos de entrenamiento con un archivo 
de manifiesto aumentado.

• Analice sus datos para detectar sesgos: antes del entrenamiento, puede analizar su conjunto de 
datos y su modelo para detectar sesgos en relación con un grupo desfavorecido, de modo que 
pueda comprobar que su modelo aprende un conjunto de datos imparcial mediante SageMaker 
Clarify.

• Elija qué SageMaker SDK usar: Hay dos formas de lanzar un trabajo de formación SageMaker: 
utilizando el SDK de SageMaker Python de alto nivel o utilizando SageMaker las API de bajo 
nivel para el SDK para Python (Boto3) o el. AWS CLI El SDK de SageMaker Python abstrae 
la SageMaker API de bajo nivel para proporcionar herramientas prácticas. Como se mencionó 
anteriormentethe section called “El flujo de trabajo de formación más sencillo de SageMaker”, 
también puede optar por opciones sin código o con un código mínimo utilizando SageMaker 
Canvas, SageMaker JumpStart en SageMaker Studio Classic, o Autopilot. SageMaker

Durante el entrenamiento

Durante el entrenamiento, es necesario mejorar continuamente la estabilidad, la velocidad y 
la eficiencia de la misma, a la vez que se amplían los recursos de cómputo, se optimizan los 
costes y, lo que es más importante, el rendimiento del modelo. Sigue leyendo para obtener más 
información sobre las etapas de entrenamiento durante el entrenamiento y las funciones relevantes 
del entrenamiento. SageMaker
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• Configure la infraestructura: elija el tipo de instancia y las herramientas de administración de 
infraestructura adecuados para su caso de uso. Puede empezar desde una instancia pequeña 
y ampliarla en función de su carga de trabajo. Para formar un modelo en un conjunto de datos 
tabular, comience con la instancia de CPU más pequeña de las familias de instancias C4 o C5. 
Para formar un modelo grande para la visión artificial o el procesamiento del lenguaje natural, 
comience con la instancia de GPU más pequeña de las familias de instancias P2, P3, G4dn o G5. 
También puede combinar diferentes tipos de instancias en un clúster o mantener las instancias 
en grupos cálidos mediante las siguientes herramientas de administración de instancias que 
ofrece SageMaker. También puede utilizar la caché persistente para reducir la latencia y el tiempo 
facturable en los trabajos de entrenamiento iterativos, en lugar de reducir la latencia únicamente en 
los grupos cálidos. Para obtener más información, consulte los temas siguientes.

• Entrenar con un clúster heterogéneo

• Entrenar con grupos de calentamiento administradas por SageMaker

• Uso de caché persistente

Debe tener una cuota suficiente para realizar un trabajo de entrenamiento. Si realiza su 
trabajo de entrenamiento en una instancia en el que su cuota es insuficiente, recibirá un error
ResourceLimitExceeded. Para comprobar las cuotas actualmente disponibles en su cuenta, 
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utilice la consola Service Quotas. Para obtener más información sobre cómo solicitar un aumento 
de cuotas, consulte Cuotas y regiones compatibles. Además, para encontrar información sobre los 
precios y los tipos de instancias disponibles en función de Regiones de AWS ellos, consulta las 
tablas de la página de  SageMaker precios de Amazon.

• Ejecute un trabajo de formación desde un código local: puede anotar su código local con un 
decorador remoto para ejecutar el código como un trabajo de SageMaker formación desde 
Amazon SageMaker Studio Classic, un SageMaker bloc de notas de Amazon o desde su entorno 
de desarrollo integrado local. Para obtener más información, consulte Ejecuta tu código local como 
un trabajo SageMaker de formación.

• Realice un seguimiento de los trabajos de formación: supervise y realice un seguimiento de 
sus trabajos de formación mediante SageMaker Experiments, SageMaker Debugger o Amazon 
CloudWatch. Puedes ver el rendimiento del modelo en términos de precisión y convergencia, 
y realizar un análisis comparativo de las métricas entre varios trabajos de formación mediante 
SageMaker experimentos. Puede ver la tasa de utilización de los recursos informáticos utilizando 
las herramientas de creación de perfiles de SageMaker Debugger o Amazon. CloudWatch Para 
obtener más información, consulte los temas siguientes.

• Gestione el aprendizaje automático con Amazon SageMaker Experiments

• Trabajos de formación de perfiles con Amazon SageMaker Debugger

• Supervise y analice mediante métricas CloudWatch

Además, para las tareas de aprendizaje profundo, utilice las herramientas de SageMaker 
depuración del modelo Amazon Debugger y las reglas integradas para identificar problemas más 
complejos en los procesos de convergencia de modelos y actualización de peso.

• Formación distribuida: si su trabajo de formación va a pasar a una fase estable y no se interrumpe 
debido a una mala configuración de la infraestructura de formación o a out-of-memory problemas, 
tal vez le interese buscar más opciones para escalar su trabajo y prolongarlo durante un período 
de tiempo prolongado, durante días e incluso meses. Cuando esté preparado para ampliarlo, 
considere la posibilidad de impartir formación distribuida. SageMaker ofrece varias opciones 
para la computación distribuida, desde cargas de trabajo ligeras de aprendizaje automático hasta 
cargas de trabajo pesadas de aprendizaje profundo.

Para las tareas de aprendizaje profundo que implican el entrenamiento de modelos muy grandes 
en conjuntos de datos muy grandes, considere la posibilidad de utilizar una de las estrategias de 
entrenamiento SageMaker distribuidas para escalar y lograr el paralelismo de datos, el paralelismo 
de modelos o una combinación de ambos. También puedes usar SageMaker Training Compiler 
para compilar y optimizar gráficos de modelos en instancias de GPU. Estas SageMaker funciones 
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son compatibles con marcos de aprendizaje profundo como PyTorch TensorFlow, y Hugging Face 
Transformers.

• Ajuste de hiperparámetros del modelo: ajuste los hiperparámetros del modelo mediante el 
ajuste automático del modelo con. SageMaker SageMaker proporciona métodos de ajuste de 
hiperparámetros, como la búsqueda en cuadrículas y la búsqueda bayesiana, y lanza trabajos de 
ajuste de hiperparámetros paralelos con una funcionalidad de parada temprana para trabajos de 
ajuste de hiperparámetros que no mejoran.

• Control y ahorro de costes con instancias de Spot: si el tiempo de entrenamiento no es un 
problema importante, podría considerar la posibilidad de optimizar los costes de entrenamiento 
de modelos con instancias de Spot gestionadas. Tenga en cuenta que debe activar los puntos 
de control para que el entrenamiento de Spot siga recuperándose de las pausas intermitentes 
de los trabajos debidas a la sustitución de instancias de Spot. También puede utilizar la función 
de puntos de control para hacer copias de seguridad de sus modelos en caso de que termine 
inesperadamente su trabajo de entrenamiento. Para obtener más información, consulte los temas 
siguientes.

• Entrenamiento de spot administrado

• Uso de puntos de control

Después del entrenamiento

Tras el entrenamiento, se obtiene un artefacto del modelo final para utilizarlo en la implementación 
y la inferencia del modelo. Hay acciones adicionales en la fase posterior al entrenamiento, como se 
muestra en el siguiente diagrama.
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• Obtenga el modelo de referencia: una vez que tenga el artefacto del modelo, puede configurarlo 
como modelo de referencia. Tenga en cuenta las siguientes acciones posteriores a la formación y 
el uso de SageMaker las funciones antes de pasar del despliegue del modelo a la producción.

• Examine el rendimiento del modelo y compruebe si hay sesgos: utilice Amazon CloudWatch 
Metrics y SageMaker Clarify para detectar el sesgo posterior al entrenamiento para detectar 
cualquier sesgo en los datos entrantes y modelar a lo largo del tiempo con respecto a la línea 
base. Debe evaluar sus nuevos datos y modelar las predicciones comparándolos con los nuevos 
datos de forma regular o en tiempo real. Con estas funciones, puede recibir alertas sobre cualquier 
cambio o anomalía aguda, así como sobre cambios o desviaciones graduales en los datos y el 
modelo.

• También puede utilizar la funcionalidad de entrenamiento incremental SageMaker para cargar y 
actualizar su modelo (o ajustarlo) con un conjunto de datos ampliado.
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• Para organizar todo el ciclo de vida del aprendizaje automático, puedes registrar el entrenamiento 
con modelos como parte de tu SageMaker proceso de trabajo o como parte de SageMaker otras 
funciones de flujo de trabajo que ofrece.

Entrena a un modelo con Amazon SageMaker

El siguiente diagrama muestra cómo se entrena e implementa un modelo con Amazon SageMaker. 
El código de entrenamiento accede a los datos de entrenamiento y genera los artefactos del modelo 
desde un bucket de S3. Luego, puede realizar solicitudes a un punto final del modelo para ejecutar 
la inferencia. Puede almacenar las imágenes del contenedor de entrenamiento y de inferencia en un 
Amazon Elastic Container Registry (ECR).
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La siguiente guía destaca dos componentes SageMaker: el entrenamiento del modelo y el 
despliegue del modelo.

Para adiestrar a un modelo SageMaker, debe crear un trabajo de formación. El trabajo de 
capacitación incluye la siguiente información:

• La URL del depósito de Amazon Simple Storage Service (Amazon S3) en el que has almacenado 
los datos de entrenamiento.

• Los recursos de cómputo que desea utilizar SageMaker para el entrenamiento de modelos. Los 
recursos informáticos son instancias informáticas de aprendizaje automático (ML) administradas 
por SageMaker.

• La URL del bucket de S3 en el que desea almacenar la salida del trabajo.

• La ruta de Amazon Elastic Container Registry donde se almacena el código de entrenamiento. 
Para obtener más información, consulte las Rutas de Docker Registry y código de ejemplo.

Note

El conjunto de datos de entrada debe estar en el mismo Región de AWS que el de su trabajo 
de entrenamiento.

Dispone de las siguientes opciones para un algoritmo de capacitación:

• Utilice un algoritmo proporcionado por SageMaker: SageMaker proporciona docenas de algoritmos 
de entrenamiento integrados y cientos de modelos previamente entrenados. Si alguno de estos se 
adapta a tus necesidades, es una excelente out-of-the-box solución para un entrenamiento rápido 
de modelos. Para obtener una lista de los algoritmos proporcionados por SageMaker, consulteUsa 
algoritmos SageMaker integrados de Amazon o modelos previamente entrenados. Para probar 
un ejercicio que use un algoritmo proporcionado por SageMaker, consulte Introducción. También 
puede utilizarlos SageMaker JumpStart para utilizar algoritmos y modelos a través de la interfaz de 
usuario de Studio Classic.

• Utilice SageMaker Debugger: para inspeccionar los parámetros y datos de entrenamiento a lo 
largo del proceso de entrenamiento cuando trabaje con los marcos de aprendizaje TensorFlow 
PyTorch, y Apache MXNet o el algoritmo XGBoost. El depurador detecta automáticamente y 
alerta a los usuarios de errores frecuentes, como valores de los parámetros que son demasiado 
grandes o pequeños. Para obtener más información acerca del uso del Depurador, consulte
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Utilice el depurador de Amazon SageMaker para depurar y mejorar el desempeño del modelo. Los 
cuadernos de muestra de Debugger están disponibles en Amazon SageMaker Debugger Samples.

• Use Apache Spark con SageMaker: SageMaker proporciona una biblioteca que puede usar en 
Apache Spark para entrenar modelos. SageMaker El uso de la biblioteca proporcionada por 
SageMaker es similar al uso de Apache Spark MLlib. Para obtener más información, consulte Usa 
Apache Spark con Amazon SageMaker.

• Envíe código personalizado para capacitarse con marcos de aprendizaje profundo: puede 
enviar código Python personalizado que utilice TensorFlow PyTorch, o Apache MXNet para el 
entrenamiento de modelos. Para obtener más información, consulte  TensorFlow Úselo con 
Amazon SageMaker,  PyTorch Úselo con Amazon SageMaker y Utilice Apache MXNet con 
Amazon SageMaker.

• Utilice sus propios algoritmos personalizados: junte el código como una imagen de 
Docker y especifique la ruta de registro de la imagen en una llamada a la API. SageMaker
CreateTrainingJob Para obtener más información, consulte Utilizar contenedores de Docker 
para crear modelos.

• Usa un algoritmo al que te suscribasAWS Marketplace: para obtener más información, consulta.
Búsqueda y suscripción a algoritmos y paquetes de modelos en AWS Marketplace

Después de crear el trabajo de entrenamiento, SageMaker lanza las instancias de cómputo de 
aprendizaje automático y usa el código de entrenamiento y el conjunto de datos de entrenamiento 
para entrenar el modelo. Guarda los artefactos del modelo resultantes y otras salidas en el bucket de 
S3 que especificó para ese fin.

Puedes crear un trabajo de entrenamiento con la SageMaker consola o la API. Para obtener 
más información sobre la creación de un trabajo de capacitación con la API, consulte la API
CreateTrainingJob.

Al crear un trabajo de formación con la API, SageMaker replica todo el conjunto de datos en 
las instancias de procesamiento de aprendizaje automático de forma predeterminada. Para 
SageMaker replicar un subconjunto de los datos en cada instancia de cómputo de aprendizaje 
automático, debes configurar el S3DataDistributionType campo en. ShardedByS3Key
Puede configurar este campo usando el SDK de bajo nivel. Para obtener más información, consulte
S3DataDistributionType en S3DataSource.
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Important

Para evitar que el contenedor de algoritmos compita por la memoria, reservamos memoria 
para nuestros procesos SageMaker críticos del sistema en sus instancias de procesamiento 
de aprendizaje automático y, por lo tanto, no puede esperar ver toda la memoria de su tipo 
de instancia.

Elegir un algoritmo

El machine learning puede ayudarlo con tareas empíricas que requieran algún tipo de inferencia 
inductiva. Esta tarea implica la inducción, ya que utiliza datos para entrenar algoritmos con el fin 
de hacer inferencias generalizables. Esto significa que los algoritmos pueden realizar predicciones, 
o tomar decisiones, estadísticamente fiables, o completar otras tareas cuando se aplican a datos 
nuevos que no se utilizaron para entrenarlos.

Para ayudarlo a seleccionar el mejor algoritmo para su tarea, clasificamos estas tareas en varios 
niveles de abstracción. En el nivel más alto de abstracción, el machine learning intenta encontrar 
patrones o relaciones entre características o elementos menos estructurados, como el texto de un 
conjunto de datos. Las técnicas de reconocimiento de patrones se pueden clasificar en distintos 
paradigmas de machine learning, cada uno de los cuales aborda tipos de problemas específicos. 
Actualmente, existen tres paradigmas básicos de machine learning que se utilizan para abordar 
varios tipos de problemas:

• Aprendizaje supervisado

• Aprendizaje no supervisado

• Aprendizaje por refuerzo

Los tipos de problemas que puede abordar cada paradigma de aprendizaje se identifican teniendo 
en cuenta las inferencias (o predicciones, decisiones u otras tareas) que desea realizar a partir del 
tipo de datos que tiene o podría recopilar. Los paradigmas de machine learning utilizan métodos 
algorítmicos para abordar los distintos tipos de problemas. Los algoritmos proporcionan recetas para 
resolver estos problemas.

Sin embargo, muchos algoritmos, como las redes neuronales, se pueden implementar con diferentes 
paradigmas de aprendizaje y en diferentes tipos de problemas. Además, distintos algoritmos pueden 
abordar un tipo de problema específico. Algunos algoritmos son de aplicación más general, mientras 
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que otros son bastante específicos para determinados tipos de objetivos y datos. Por lo tanto, las 
asignaciones entre los algoritmos de machine learning y los tipos de problemas son “muchos a 
muchos”. Además, hay varias opciones de implementación disponibles para los algoritmos.

Las siguientes secciones proporcionan orientación sobre las opciones de implementación, los 
paradigmas del machine learning y los algoritmos adecuados para los diferentes tipos de problemas.

Temas

• Seleccionar una implementación de algoritmo

• Tipos de problemas para los paradigmas básicos de machine learning

• Usa algoritmos SageMaker integrados de Amazon o modelos previamente entrenados

• Utilizar el aprendizaje por refuerzo con Amazon SageMaker

Seleccionar una implementación de algoritmo

Después de elegir un algoritmo, debe decidir qué implementación desea usar. Amazon SageMaker 
admite tres opciones de implementación, con distintos niveles de esfuerzo.

• Los modelos prentrenados requieren el menor esfuerzo, y están ya listos para la implementación, o 
el ajuste y la implementación, con SageMaker JumpStart.

• Los algoritmos integrados requieren más esfuerzo y escalabilidad si el conjunto de datos es 
grande, y hacen falta muchos recursos para entrenar e implementar el modelo.

• Si no hay una solución integrada que funcione, intente desarrollar una que utilice imágenes 
prediseñadas para marcos de aprendizaje profundo y machine learning para marcos compatibles, 
como Scikit-Learn, TensorFlow, PyTorch, MXNet o Chainer.

• Si necesita ejecutar paquetes personalizados o usar algún código que no forme parte de un marco 
compatible o que no esté disponible a través de PyPi, deberá crear su propia imagen de Docker 
personalizada, que se configura para instalar los paquetes o el software necesarios. La imagen 
personalizada también debe enviarse a un repositorio en línea, como el Amazon Elastic Container 
Registry.

Temas

• Uso de un algoritmo integrado

• Uso del modo script en un marco compatible

• Uso de una imagen de Docker personalizada
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Guía de implementación de algoritmos

Implement 
ación

Requiere 
código

Algoritmo 
s precodifi 
cados

Compatibi 
lidad con 
paquetes de 
terceros

Compatibi 
lidad con 
código 
personali 
zado

Nivel de 
esfuerzo

Integrada No Sí No No Baja

Scikit-learn Sí Sí Solo PyPi Sí Media

Spark ML Sí Sí Solo PyPi Sí Media

XGBoost 
(código 
abierto)

Sí Sí Solo PyPi Sí Media

TensorFlow Sí No Solo PyPi Sí Medio-alto

PyTorch Sí No Solo PyPi Sí Medio-alto

MXNet Sí No Solo PyPi Sí Medio-alto

Chainer Sí No Solo PyPi Sí Medio-alto

Imagen 
personali 
zada

Sí No Sí, desde 
cualquier 
origen

Sí Alta

Uso de un algoritmo integrado

Al elegir un algoritmo para sus datos y su tipo de problema, la opción más sencilla es utilizar uno de 
los algoritmos integrados de Amazon SageMaker. Estos algoritmos integrados ofrecen dos ventajas 
principales.

• Los algoritmos integrados no requieren codificación para empezar a ejecutar los experimentos. 
Las únicas entradas que debe proporcionar son los datos, los hiperparámetros y los recursos 
de computación. Esto le permite ejecutar experimentos con mayor rapidez y con menos gastos 
generales para el seguimiento de los resultados y los cambios de código.
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• Los algoritmos integrados disponen de forma predeterminada de paralelización entre varias 
instancias de computación y compatibilidad con GPU para todos los algoritmos aplicables (es 
posible que algunos algoritmos no estén incluidos debido a limitaciones intrínsecas). Si tiene 
muchos datos con los que entrenar a su modelo, la mayoría de los algoritmos integrados se 
pueden escalar fácilmente para satisfacer la demanda. Aunque ya tenga un modelo prentrenado, 
puede que usar su corolario en SageMaker e introducir los hiperparámetros que ya conoce le 
resulte más fácil que transferirlos utilizando el modo script en un marco compatible.

Para obtener más información sobre los algoritmos integrados de SageMaker, consulte Usa 
algoritmos SageMaker integrados de Amazon o modelos previamente entrenados.

Para obtener información importante sobre las rutas de registro de Docker, los formatos de datos, 
los tipos de instancias de EC2 recomendados y los registros de CloudWatch comunes a todos los 
algoritmos integrados de SageMaker, consulte Información común sobre los algoritmos integrados.

Uso del modo script en un marco compatible

Si el algoritmo que desea utilizar para su modelo no es compatible con una opción integrada y 
piensa que puede programar su propia solución, debería valorar la posibilidad de utilizar un marco 
compatible con Amazon SageMaker. Esto se denomina “modo script” porque el código personalizado 
(script) se escribe en un archivo de texto con una extensión .py. Como se indica en la tabla anterior, 
SageMaker es compatible con la mayoría de los marcos de machine learning más populares. 
Estos marcos vienen precargados con el marco correspondiente y algunos paquetes de Python 
adicionales, como Pandas y NumPy, para que pueda escribir su propio código para entrenar un 
algoritmo. Estos marcos también le permiten instalar cualquier paquete de Python alojado en 
PyPi al incluir un archivo “requirements.txt” con su código de entrenamiento o incluir sus propios 
directorios de código. R también es compatible de forma nativa en los kernels de cuadernos de 
SageMaker. Algunos marcos, como scikit-learn y Spark ML, tienen algoritmos precodificados que 
puede usar fácilmente, mientras que otros marcos, como TensorFlow y PyTorch, pueden requerir 
que implemente el algoritmo usted mismo. La única limitación al utilizar una imagen de marco 
compatible es que no se puede importar ningún paquete de software que no esté alojado en PyPi o 
que no esté incluido en la imagen del marco.

Para obtener información sobre los marcos compatibles con SageMaker, consulte Marcos y 
lenguajes de machine learning.

Seleccionar una implementación de algoritmo 2728



Amazon SageMaker Guía para desarrolladores

Uso de una imagen de Docker personalizada

Los algoritmos integrados y los marcos compatibles de Amazon SageMaker deberían cubrir la 
mayoría de los casos de uso, pero hay ocasiones en las que es posible que necesite utilizar un 
algoritmo de un paquete que no está incluido en ninguno de los marcos compatibles. También 
es posible que haya elegido un modelo prentrenado o conservado en algún lugar y que deba 
implementarlo. SageMaker utiliza imágenes de Docker para alojar el entrenamiento y el servicio 
de todos los modelos, por lo que puede proporcionar su propia imagen de Docker personalizada 
si el paquete o el software que necesita no está incluido en un marco compatible. Puede ser su 
propio paquete de Python o un algoritmo codificado en un lenguaje como Stan o Julia. Para estas 
imágenes, también debe configurar correctamente el entrenamiento del algoritmo y el suministro del 
modelo en su Dockerfile. Esto requiere un conocimiento intermedio de Docker y no se recomienda 
a menos que se sienta cómodo diseñando su propio algoritmo de machine learning. La imagen de 
Docker debe cargarse en un repositorio en línea, como el Amazon Elastic Container Registry (ECR), 
antes de poder entrenar y suministrar el modelo correctamente.

Para obtener más información sobre imágenes de Docker personalizadas en SageMaker, consulte
Utilizar contenedores de Docker para crear modelos.

Tipos de problemas para los paradigmas básicos de machine learning

En las tres secciones siguientes se describen los principales tipos de problemas abordados por los 
tres paradigmas básicos del machine learning. Para obtener una lista de los algoritmos integrados 
que SageMaker proporciona para abordar estos tipos de problemas, consulte Usa algoritmos 
SageMaker integrados de Amazon o modelos previamente entrenados.

Temas

• Aprendizaje supervisado

• Aprendizaje no supervisado

• Aprendizaje por refuerzo

Aprendizaje supervisado

Si su conjunto de datos consta de características o atributos (entradas) que contienen valores 
objetivo (salidas), tiene un problema de aprendizaje supervisado. Si sus valores objetivo son 
categóricos (matemáticamente discretos), tiene un problema de clasificación. Distinguir la 
clasificación binaria de la multiclase es un procedimiento estándar.
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• La clasificación binaria es un tipo de aprendizaje supervisado que asigna un individuo a una de 
dos clases predefinidas y mutuamente excluyentes con base en los atributos del individuo. Se 
considera supervisado porque los modelos se entrenan utilizando ejemplos en los que los atributos 
se proporcionan con objetos etiquetados correctamente. Un ejemplo de clasificación binaria es un 
diagnóstico médico de si un individuo tiene una enfermedad o no en función de los resultados de 
las pruebas de diagnóstico.

• La clasificación multiclase es un tipo de aprendizaje supervisado que asigna un individuo a una 
de varias clases en función de sus atributos. Se considera supervisado porque los modelos se 
entrenan utilizando ejemplos en los que los atributos se proporcionan con objetos etiquetados 
correctamente. Un ejemplo es la predicción del tema más relevante para un documento de texto. 
La clasificación puede indicar que el documento habla de religión, política, finanzas o cualquier 
otra clase de tema predefinido.

Si los valores objetivo que intenta predecir son matemáticamente continuos, se trata de un problema 
de regresión. La regresión estima los valores de una variable objetivo dependiente en función de una 
o más variables o atributos que están correlacionados con ella. Un ejemplo es la predicción de los 
precios de la vivienda mediante características como el número de baños y dormitorios o los metros 
cuadrados de la casa y el jardín. El análisis de regresión puede crear un modelo que tome una o más 
de estas características como entrada y prediga el precio de la casa.

Para obtener más información sobre los algoritmos integrados de aprendizaje supervisado 
suministrados por SageMaker, consulte Aprendizaje supervisado.

Aprendizaje no supervisado

Si su conjunto de datos consta de características o atributos (entradas) que no contienen etiquetas 
o valores objetivo (salidas), tiene un problema de aprendizaje no supervisado. En este tipo de 
problema, la salida debe predecirse en función del patrón descubierto en los datos de entrada. 
El objetivo de los problemas de aprendizaje no supervisado es descubrir patrones, como las 
agrupaciones, dentro de los datos. Existe una gran variedad de tareas o tipos de problemas en 
los que se puede aplicar el aprendizaje no supervisado. Los análisis de componentes principales 
y clústeres son dos de los principales métodos que se utilizan habitualmente para preprocesar 
los datos. Esta es una breve lista de los tipos de problemas que se pueden abordar mediante el 
aprendizaje no supervisado:

• La reducción de dimensiones suele formar parte del paso de exploración de datos empleado para 
determinar las características más relevantes que se utilizarán en la construcción del modelo. 
La idea es transformar los datos de un espacio de alta dimensión y poco poblado en un espacio 
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de baja dimensión que conserve las propiedades más importantes de los datos originales. Esto 
alivia el problema de la dimensionalidad con los datos de alta dimensión y poco poblados, cuyo 
análisis estadístico es complejo. También se puede utilizar para comprender los datos y reducir su 
dimensión: de una dimensión alta a una dimensión inferior que se pueda visualizar.

• El análisis de clústeres es una clase de técnicas que se utilizan para clasificar objetos o casos en 
grupos denominados clústeres. Si intenta buscar agrupaciones discretas dentro de datos, en las 
que los miembros de un grupo son lo más parecido posible que otro y lo más diferente posible de 
los miembros de otros grupos. Usted define las características o los atributos que desea que utilice 
el algoritmo para determinar la similitud, selecciona una función de distancia para medir la similitud 
y especifica el número de clústeres que se utilizarán en el análisis.

• La detección de anomalías consiste en la identificación de elementos, eventos u observaciones 
poco frecuentes en un conjunto de datos, que suscitan sospechas porque difieren 
considerablemente del resto de los datos. La identificación de elementos anómalos se puede 
utilizar, por ejemplo, para detectar fraudes bancarios o errores médicos. Las anomalías también se 
denominan valores atípicos, novedades, ruido, desviaciones y excepciones.

• La estimación de la densidad es la construcción de estimaciones de funciones de densidad 
probabilísticas subyacentes no observables con base en datos observados. Un uso natural de 
las estimaciones de densidad es la exploración de datos. Las estimaciones de densidad pueden 
detectar características como la asimetría y la multimodalidad en los datos. La forma más básica 
de estimar la densidad es un histograma reescalado.

SageMaker proporciona varios algoritmos de machine learning integrados que puede utilizar para 
estas tareas de machine learning. Para obtener más información sobre los algoritmos integrados de 
SageMaker, consulte Aprendizaje no supervisado.

Aprendizaje por refuerzo

El aprendizaje por refuerzo es un tipo de aprendizaje que se basa en la interacción con el entorno. 
Este tipo de aprendizaje lo utiliza un agente que debe aprender el comportamiento mediante 
interacciones de prueba y error en un entorno dinámico en el que el objetivo es maximizar las 
recompensas a largo plazo que el agente recibe como resultado de sus acciones. Las recompensas 
se maximizan cuando se intercambia la exploración de acciones que tienen recompensas inciertas 
con la explotación de acciones que tienen recompensas conocidas.

Para obtener más información sobre los marcos, los kits de herramientas y los entornos de 
SageMaker para el aprendizaje por refuerzo, consulte Utilizar el aprendizaje por refuerzo con 
Amazon SageMaker.
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Usa algoritmos SageMaker integrados de Amazon o modelos previamente 
entrenados

Amazon SageMaker ofrece un conjunto de algoritmos integrados, modelos previamente entrenados 
y plantillas de soluciones prediseñadas para ayudar a los científicos de datos y a los profesionales 
del aprendizaje automático a empezar a entrenar e implementar modelos de aprendizaje automático 
rápidamente. Para alguien que es nuevo en este campo SageMaker, elegir el algoritmo adecuado 
para su caso de uso particular puede ser una tarea difícil. En la siguiente tabla se incluye una hoja 
de referencia rápida en la que se muestra cómo empezar con un ejemplo de problema o caso de uso 
y encontrar el algoritmo integrado adecuado que ofrezca y SageMaker que sea válido para ese tipo 
de problema. En las secciones que siguen a la tabla encontrará orientación adicional organizada por 
paradigmas de aprendizaje (supervisados y no supervisados) y dominios de datos importantes (texto 
e imágenes).

Tabla: Asignación de casos de uso a algoritmos integrados

Ejemplos de 
problemas y 
casos de uso

Paradigma o 
dominio de 
aprendizaje

Tipos de 
problemas

Formato de los 
datos de entrada

Algoritmos 
integrados

A continuación, 
se muestran 
algunos 
ejemplos de 
los 15 tipos 
de problemas 
que se pueden 
abordar con 
los modelos 
previamente 
entrenados y 
las plantillas 
de soluciones 
prediseñadas 
que proporcio 
nan: SageMaker 
JumpStart

Modelos 
prentrenados 
y plantillas de 
soluciones 
prediseñadas

Clasificación de 
imágenes

Clasificación 
tabular

Regresión 
tabular

Clasificación de 
textos

Detección de 
objetos

Incrustación de 
texto

Imagen, texto, 
tabular

Los modelos 
más populares, 
como Mobilenet 
, YOLO, Faster 
R-CNN, BERT, 
LightGBM y 
CatBoost

Para obtener 
una lista de 
los modelos 
previamen 
te entrenado 
s disponibl 
es, consulte 
Modelos. 
JumpStart
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Ejemplos de 
problemas y 
casos de uso

Paradigma o 
dominio de 
aprendizaje

Tipos de 
problemas

Formato de los 
datos de entrada

Algoritmos 
integrados

Respuesta a 
preguntas: un 
chatbot que 
genera una 
respuesta para 
una pregunta 
determinada.

Análisis de texto: 
analice textos 
de modelos 
específicos 
de un ámbito 
industrial, como 
las finanzas.

Respuesta a 
preguntas

Clasificación de 
pares de frases

Incrustación de 
imágenes

Reconocimiento 
de entidades con 
nombre

Segmentación 
de instancias

Generación de 
texto

Resumen de 
texto

Segmentación 
semántica

Traducción 
automática

Para ver una 
lista de las 
plantillas de 
soluciones 
prediseña 
das disponibl 
es, consulte 
JumpStart 
Soluciones.
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Ejemplos de 
problemas y 
casos de uso

Paradigma o 
dominio de 
aprendizaje

Tipos de 
problemas

Formato de los 
datos de entrada

Algoritmos 
integrados

Predecir si 
un artículo 
pertenece a una 
categoría: un 
filtro de correo 
no deseado

Aprendizaje 
supervisado

Clasificación 
multiclase/
binaria

Tabular AutoGluon 
-Tabular,
CatBoost,
Algoritmo de 
máquinas de 
factorización,
Algoritmo k 
vecinos más 
próximos (k-
NN) (K-Neares 
t Neighbors 
), LightGBM,
Algoritmo de 
aprendizaje 
lineal, TabTransf 
ormer, Algoritmo 
XGBoost
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Ejemplos de 
problemas y 
casos de uso

Paradigma o 
dominio de 
aprendizaje

Tipos de 
problemas

Formato de los 
datos de entrada

Algoritmos 
integrados

Predecir un 
valor numérico/ 
continuo: estimar 
el valor de una 
casa

Regresión Tabular AutoGluon 
-Tabular,
CatBoost,
Algoritmo de 
máquinas de 
factorización,
Algoritmo k 
vecinos más 
próximos (k-
NN) (K-Neares 
t Neighbors 
), LightGBM,
Algoritmo de 
aprendizaje 
lineal, TabTransf 
ormer, Algoritmo 
XGBoost

En función 
de los datos 
históricos de 
un comportam 
iento, predecir el 
comportamiento 
futuro: predecir 
las ventas de un 
nuevo producto 
en función de los 
datos de ventas 
anteriores.

Previsión de 
serie temporal

Tabular Algoritmo 
de previsión 
DeepAR
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Ejemplos de 
problemas y 
casos de uso

Paradigma o 
dominio de 
aprendizaje

Tipos de 
problemas

Formato de los 
datos de entrada

Algoritmos 
integrados

Mejorar la 
incrustación 
de datos de 
los objetos de 
alta dimensión 
: identificar las 
incidencias 
de asistenci 
a duplicadas 
o encontrar la 
ruta correcta en 
función de la 
similitud del texto 
en las incidenci 
as.

Incrustac 
iones: convertir 
objetos de alta 
dimensión en 
espacios de baja 
dimensión.

Tabular Algoritmo 
Object2Vec

Eliminar las 
columnas de 
un conjunto 
de datos que 
tengan una 
relación débil 
con la variable 
etiqueta/objetivo: 
el color de un 
automóvil al 
predecir su 
kilometraje.

Aprendizaje no 
supervisado

Ingeniería de 
características: 
reducción de la 
dimensionalidad

Tabular Algoritmo de 
análisis de 
componente 
principal (PCA)
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Ejemplos de 
problemas y 
casos de uso

Paradigma o 
dominio de 
aprendizaje

Tipos de 
problemas

Formato de los 
datos de entrada

Algoritmos 
integrados

Detectar un 
comportam 
iento anormal 
en la aplicació 
n: detectar si un 
sensor de IoT 
envía lecturas 
anormales

Detección de 
anomalías

Tabular Algoritmo de 
bosque de corte 
aleatorio (RCF)

Proteger su 
aplicación 
de usuarios 
sospechosos: 
detectar si la 
dirección IP que 
accede a un 
servicio puede 
provenir de un 
origen peligroso

Detección de 
anomalías IP

Tabular Información de 
IP

Agrupar objetos 
o datos similares 
: buscar clientes 
con gastos altos, 
medios y bajos 
a partir de sus 
historiales de 
transacciones

Clustering o 
agrupación

Tabular Algoritmo k-
means
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Ejemplos de 
problemas y 
casos de uso

Paradigma o 
dominio de 
aprendizaje

Tipos de 
problemas

Formato de los 
datos de entrada

Algoritmos 
integrados

Organizar un 
conjunto de 
documentos 
en temas (no 
conocidos de 
antemano): 
etiquetar un 
documento como 
perteneciente a 
una categoría 
médica según 
los términos 
utilizados en el 
documento.

Modelado de 
temas

Texto Algoritmo 
Asignació 
n latente de 
Dirichlet (LDA),
Algoritmo de 
Modelo de tema 
neuronal (NTM)

Asignar 
categorías 
predefinidas a 
los documento 
s de un corpus: 
clasificar los 
libros de una 
biblioteca en 
disciplinas 
académicas

Clasificación de 
textos

Texto Algoritmo 
BlazingText,
Clasificación 
de textos - 
TensorFlow

Convertir texto 
de un idioma a 
otro: español a 
inglés

Análisis textual

Traducción 
automática
algoritmo

Texto Algoritmo de 
secuencia a 
secuencia
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Ejemplos de 
problemas y 
casos de uso

Paradigma o 
dominio de 
aprendizaje

Tipos de 
problemas

Formato de los 
datos de entrada

Algoritmos 
integrados

Resumir un 
corpus de 
texto largo: un 
resumen para 
un artículo de 
investigación

Resumen de 
texto

Texto Algoritmo de 
secuencia a 
secuencia

Convertir 
archivos de 
audio en texto: 
transcribir las 
conversaciones 
del centro de 
llamadas para 
analizarlas más 
a fondo

S peech-to-text Texto Algoritmo de 
secuencia a 
secuencia

Etiquetar una 
imagen en 
función del 
contenido de 
la imagen: 
alertas sobre el 
contenido para 
adultos de una 
imagen

Clasificación 
de etiquetas 
múltiples e 
imágenes

Imagen Image Classific 
ation - MXNet

Clasificar algo 
de una imagen 
mediante el 
aprendizaje por 
transferencia.

Gema Image 
Processing

Clasificación de 
imágenes

Imagen Clasificación 
de imágenes - 
TensorFlow
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Ejemplos de 
problemas y 
casos de uso

Paradigma o 
dominio de 
aprendizaje

Tipos de 
problemas

Formato de los 
datos de entrada

Algoritmos 
integrados

Detectar 
personas y 
objetos en 
una imagen: la 
policía revisa 
una gran galería 
de fotos en 
busca de 
una persona 
desaparecida

Clasificación y 
detección de 
objetos

Imagen Detección de 
objetos - MXNet,
Detección 
de objetos - 
TensorFlow

Etiquetar cada 
píxel de una 
imagen de forma 
individual con 
una categoría 
: los coches 
autónomos se 
preparan para 
identificar los 
objetos que se 
interponen en su 
camino

Visión artificial Imagen Algoritmo de 
segmentación 
semántica

Para obtener información importante sobre las rutas de registro de Docker, los formatos de datos, los 
tipos de instancias de Amazon EC2 recomendados CloudWatch y los registros comunes a todos los 
algoritmos integrados que proporciona SageMaker, consulte. Información común sobre los algoritmos 
integrados

Las siguientes secciones proporcionan orientación adicional para los algoritmos SageMaker 
integrados de Amazon agrupados por los paradigmas de aprendizaje supervisado y no supervisado 
a los que pertenecen. Para obtener descripciones de estos paradigmas de aprendizaje y sus tipos 
de problemas asociados, consulte Elegir un algoritmo. También se incluyen secciones sobre los 
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algoritmos SageMaker integrados disponibles para abordar dos dominios importantes del aprendizaje 
automático: el análisis textual y el procesamiento de imágenes.

• Modelos prentrenados y plantillas de soluciones

• Aprendizaje supervisado

• Aprendizaje no supervisado

• Análisis textual

• Gema Image Processing

Modelos prentrenados y plantillas de soluciones

SageMaker JumpStart proporciona una amplia gama de modelos previamente entrenados, plantillas 
de soluciones prediseñadas y ejemplos de los tipos de problemas más populares que utilizan el 
SageMaker SDK y Studio Classic. Para obtener más información sobre estos modelos, soluciones 
y los cuadernos de ejemplo proporcionados por SageMaker JumpStart, consulte. SageMaker 
JumpStart

Aprendizaje supervisado

Amazon SageMaker proporciona varios algoritmos integrados de uso general que se pueden utilizar 
para problemas de clasificación o regresión.

• AutoGluon-Tabular: un marco AutoML de código abierto que funciona ensamblando modelos y 
apilándolos en varias capas.

• CatBoost: una implementación del algoritmo de árboles potenciados por gradientes, con una 
potenciación ordenada y un algoritmo innovador para procesar características categóricas.

• Algoritmo de máquinas de factorización: una extensión de un modelo lineal que se ha diseñado 
para capturar de manera económica las interacciones entre características dentro de conjuntos de 
datos dispersos y de grandes dimensiones.

• Algoritmo k vecinos más próximos (k-NN) (K-Nearest Neighbors): un método no paramétrico que 
utiliza los k puntos etiquetados más cercanos para asignarle una etiqueta a un nuevo punto de 
datos (para la clasificación), o un valor objetivo previsto a partir de la media de los k puntos más 
cercanos (para la regresión).

• LightGBM: una implementación del algoritmo de árboles potenciados por gradiente que añade dos 
técnicas novedosas para mejorar la eficiencia y la escalabilidad; el muestreo unilateral basado en 
gradientes (GOSS) y la agrupación de características exclusivas (EFB).
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• Algoritmo de aprendizaje lineal: aprende una función lineal para la regresión o una función de 
umbral lineal para la clasificación.

• TabTransformer—una novedosa arquitectura de modelado profundo de datos tabulares basada en 
self-attention-based Transformers.

• Algoritmo XGBoost: una implementación del algoritmo de árboles con potenciación por gradiente 
que combina un conjunto de estimaciones a partir de un conjunto de modelos más simples y 
débiles.

Amazon SageMaker también proporciona varios algoritmos de aprendizaje supervisado integrados 
que se utilizan para tareas más especializadas durante la ingeniería de características y la previsión 
a partir de datos de series temporales.

• Algoritmo Object2Vec: un nuevo algoritmo multipropósito y altamente personalizable que se 
utiliza para la ingeniería de características. Puede aprender incrustaciones densas y de baja 
dimensión de objetos de alta dimensión para producir características que mejoren la eficiencia 
del entrenamiento en modelos posteriores. Si bien se trata de un algoritmo supervisado, ya que 
requiere datos etiquetados para el entrenamiento, hay muchos escenarios en los que las etiquetas 
de relación se pueden obtener únicamente a partir de agrupaciones naturales en los datos, sin 
ninguna anotación humana explícita.

• Algoritmo de previsión DeepAR: un algoritmo de aprendizaje supervisado para series temporales 
(monodimensionales) escalares y de previsión que emplean redes neuronales recurrentes (RNN).

Aprendizaje no supervisado

Amazon SageMaker proporciona varios algoritmos integrados que se pueden utilizar para 
diversas tareas de aprendizaje no supervisadas, como la agrupación en clústeres, la reducción de 
dimensiones, el reconocimiento de patrones y la detección de anomalías.

• Algoritmo de análisis de componente principal (PCA): reduce la dimensionalidad (número de 
características) dentro de un conjunto de datos mediante la proyección de puntos de datos en 
los primeros componentes principales. El objetivo es retener la mayor cantidad de información o 
variación posible. Para los matemáticos, los componentes principales son los vectores propios de 
la matriz de covarianza de los datos.

• Algoritmo k-means: busca agrupaciones discretas dentro de datos; en estas, los miembros de un 
mismo grupo tienen el mayor grado de similitud posible entre sí, pero el menor grado de similitud 
posible con respecto a los miembros de otros grupos.
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• Información de IP: aprende los patrones de uso de las direcciones IPv4. Está diseñado para 
capturar asociaciones entre las direcciones IPv4 y diversas entidades, como ID de usuario o 
números de cuenta.

• Algoritmo de bosque de corte aleatorio (RCF): detecta puntos de datos anómalos dentro de un 
conjunto de datos divergente con respecto a datos que, por todo lo demás, tienen un buen nivel de 
organización o uniformidad.

Análisis textual

SageMaker proporciona algoritmos que se adaptan al análisis de documentos textuales utilizados en 
el procesamiento del lenguaje natural, la clasificación o el resumen de documentos, el modelado o 
clasificación de temas y la transcripción o traducción de idiomas.

• Algoritmo BlazingText: una implementación muy optimizada del Word2vec y de los algoritmos de 
clasificación de textos que se adapta fácilmente a grandes conjuntos de datos. Resulta útil para 
muchas tareas de salida en el procesamiento de lenguaje natural (NLP).

• Algoritmo de secuencia a secuencia: un algoritmo supervisado que se utiliza normalmente para la 
traducción automática neuronal.

• Algoritmo Asignación latente de Dirichlet (LDA): este algoritmo es idóneo para determinar temas en 
un conjunto de documentos. Se trata de un algoritmo no supervisado, lo que significa que no utiliza 
datos de ejemplo con respuestas durante la capacitación.

• Algoritmo de Modelo de tema neuronal (NTM): otra técnica no supervisada para determinar temas 
en un conjunto de documentos, con una estrategia de redes neuronales.

• Clasificación de textos - TensorFlow: un algoritmo supervisado para el aprendizaje por 
transferencia con modelos prentrenados disponibles para la clasificación de textos.

Gema Image Processing

SageMaker también proporciona algoritmos de procesamiento de imágenes que se utilizan para la 
clasificación de imágenes, la detección de objetos y la visión artificial.

• Image Classification - MXNet: usa datos de ejemplo con respuestas (conocido como algoritmo 
supervisado). Utilice este algoritmo para clasificar imágenes.

• Clasificación de imágenes - TensorFlow—Utiliza modelos TensorFlow Hub previamente 
entrenados para ajustarlos a tareas específicas (lo que se denomina algoritmo supervisado). Utilice 
este algoritmo para clasificar imágenes.
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• Algoritmo de segmentación semántica: proporciona un sistema de nivel de píxel detallado para 
desarrollar aplicaciones de visión artificial.

• Detección de objetos - MXNet: detecta y clasifica los objetos de las imágenes mediante una única 
red neuronal profunda. Es un algoritmo de aprendizaje supervisado que toma como entrada e 
identifica todas las instancias de objetos dentro de la escena de una imagen.

• Detección de objetos - TensorFlow: detecta los cuadros delimitadores y las etiquetas de los objetos 
de una imagen. Se trata de un algoritmo de aprendizaje supervisado que apoya el aprendizaje por 
transferencia con los modelos preentrenados disponibles. TensorFlow

Temas

• Información común sobre los algoritmos integrados

• Algoritmos integrados de SageMaker para datos tabulares

• Algoritmos integrados de SageMaker para datos de texto

• Algoritmos integrados de SageMaker para datos de serie temporal

• Algoritmos integrados y sin supervisión de SageMaker

• Algoritmos integrados de SageMaker para la visión artificial

Información común sobre los algoritmos integrados

En la siguiente tabla se muestran los parámetros de cada uno de los algoritmos proporcionados por 
Amazon SageMaker.

Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

AutoGluon-
Tabular

entrenami 
ento y 
validación 
(opcional)

Archivos CSV CPU o 
GPU (solo 
instancia 
única)

No

BlazingTe 
xt

capacitac 
ión

Archivo o 
canalizac 
ión

Archivo 
de texto 
(una frase 

CPU o 
GPU (solo 

No
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

por línea 
con tokens 
separados 
por 
espacios)

instancia 
única)

CatBoost entrenami 
ento y 
validación 
(opcional)

Archivos CSV CPU (solo 
instancia 
única)

No

Previsión 
DeepAR

capacitac 
ión y 
prueba 
(opcional)

Archivos Líneas de 
JSON o 
Parquet

CPU o 
GPU

Sí

Máquinas 
de 
factoriza 
ción

capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf

CPU (GPU 
para datos 
densos)

Sí

Image 
Classific 
ation - 
MXNet

capacitac 
ión y 
validación, 
(opcional 
) train_lst 
, validatio 
n_lst y 
modelo

Archivo o 
canalizac 
ión

recordIO 
o archivos 
de imagen 
(.jpg 
o .png)

GPU Sí
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

Clasifica 
ción de 
imágenes - 
TensorFlo 
w

entrenami 
ento y 
validación

Archivos archivos 
de imagen 
(.jpg, .jpeg 
o.png)

CPU o 
GPU

Sí (solo en 
múltiples 
GPU en 
una sola 
instancia)

Informaci 
ón de IP

capacitac 
ión y 
validación 
(opcional)

Archivos CSV CPU o 
GPU

Sí

K-Means capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU o 
GPUCommon 
(disposit 
ivo de 
GPU único 
en una 
o varias 
instancias)

No

K-Nearest-
Neighbors 
(k-NN)

capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU o 
GPU 
(disposit 
ivo de 
GPU único 
en una 
o varias 
instancias)

Sí
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

LDA capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU (solo 
instancia 
única)

No

LightGBM entrenami 
ento/entr 
enar y 
validación 
(opcional)

Archivos CSV CPU Sí

Aprendiz 
lineal

capacitac 
ión y 
validación 
(opcional 
), prueba o 
ambos

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU o 
GPU

Sí

Modelo 
de temas 
neuronal

capacitac 
ión y 
validación 
(opcional 
), prueba o 
ambos

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU o 
GPU

Sí

Object2Ve 
c

capacitac 
ión y 
validación 
(opcional 
), prueba o 
ambos

Archivos Líneas de 
JSON

CPU o 
GPU (solo 
instancia 
única)

No
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

Detección 
de objetos 
- MXNet

capacitac 
ión y 
validación, 
(opcional) 
train_ann 
otation, 
validatio 
n_annotat 
ion y 
modelo

Archivo o 
canalizac 
ión

recordIO 
o archivos 
de imagen 
(.jpg 
o .png)

GPU Sí

Detección 
de objetos 
- TensorFlo 
w

entrenami 
ento y 
validación

Archivos archivos 
de imagen 
(.jpg, .jpeg 
o.png)

GPU Sí (solo en 
múltiples 
GPU en 
una sola 
instancia)

PCA capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU o 
GPU

Sí

Bosque 
de corte 
aleatorio

capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU Sí
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

Segmentac 
ión 
semántica

capacitac 
ión y 
validación, 
train_ann 
otation, 
validatio 
n_annotat 
ion y 
(opcional) 
label_map 
y modelo

Archivo o 
canalizac 
ión

Archivos 
de imagen

GPU (solo 
instancia 
única)

No

Modelo 
Seq2Seq

capacitac 
ión, 
validación 
y vocabular 
io

Archivos recordIO- 
protobuf

GPU (solo 
instancia 
única)

No

TabTransf 
ormer

entrenami 
ento y 
validación 
(opcional)

Archivos CSV CPU o 
GPU (solo 
instancia 
única)

No

Clasifica 
ción de 
texto - 
TensorFlo 
w

entrenami 
ento y 
validación

Archivos CSV CPU o 
GPU

Sí (solo en 
múltiples 
GPU en 
una sola 
instancia)
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

XGBoost 
(0.90-1, 
0.90-2, 
1.0-1, 
1.2-1, 
1.2-21)

capacitac 
ión y 
validación 
(opcional)

Archivo o 
canalizac 
ión

CSV, 
LibSVM o 
Parquet

CPU (o 
GPU para 
1.2-1)

Sí

Los algoritmos que son paralelizables se pueden implementar en varias instancias de cómputo para 
capacitación distribuida.

En los temas siguientes se proporciona información sobre los formatos de datos, los tipos de 
instancias de Amazon EC2 recomendados y CloudWatch los registros comunes a todos los 
algoritmos integrados que proporciona Amazon. SageMaker

Note

Para buscar los URI de las imágenes de Docker de los algoritmos integrados gestionados por 
ellos SageMaker, consulte las rutas de registro y el código de ejemplo de Docker.

Temas

• Formatos de datos comunes para algoritmos integrados

• Tipos de instancia para algoritmos integrados

• Registros para algoritmos integrados

Formatos de datos comunes para algoritmos integrados

En los temas siguientes se explican los formatos de datos de los algoritmos proporcionados por 
Amazon SageMaker.

Temas
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• Formatos de datos comunes para la capacitación

• Formatos de datos comunes para la inferencia

Formatos de datos comunes para la capacitación

A fin de prepararse para el entrenamiento, puede preprocesar sus datos mediante diversos servicios 
de AWS, como AWS Glue, Amazon EMR, Amazon Redshift, Amazon Relational Database Service 
y Amazon Athena. Después del preprocesamiento, publique los datos en un bucket de Amazon S3. 
Para la capacitación, los datos tienen que pasar por una serie de conversiones y transformaciones, 
entre las que se incluyen:

• Serialización de datos de capacitación (gestionados por usted)

• Deserialización de datos de capacitación (gestionados por el algoritmo)

• Serialización del modelo de capacitación (gestionado por el algoritmo)

• Deserialización del modelo de capacitación (opcional, gestionado por usted)

Cuando utilices Amazon SageMaker en la parte de entrenamiento del algoritmo, asegúrate de cargar 
todos los datos a la vez. Si se agregan más datos a esa ubicación, es necesario realizar una nueva 
llamada de capacitación para crear una modelo nuevo.

Temas

• Tipos de contenido compatibles con algoritmos integrados

• Uso del modo canalización

• Uso del formato CSV

• Uso del formato RecordIO

• Deserialización del modelo de capacitación

Tipos de contenido compatibles con algoritmos integrados

En la siguiente tabla, se enumeran algunos de los valores ContentType admitidos habitualmente y 
los algoritmos que los utilizan:
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ContentTypes para algoritmos integrados

ContentType Algoritmo

application/x-image Algoritmo de detección de objetos, segmentación semántica

application/x-recordio Algoritmo de detección de objetos

aplicación/ x-recordio-
protobuf

Máquinas de factorización, K-Means, k-NN, Latent Dirichlet Allocatio 
n, aprendizaje lineal, NTM, PCA, RCF, Sequence-to-Sequence

application/jsonlines BlazingText, DeepAR

image/jpeg Algoritmo de detección de objetos, segmentación semántica

image/png Algoritmo de detección de objetos, segmentación semántica

text/csv IP Insights, K-Means, k-NN, Latent Dirichlet Allocation, aprendizaje 
lineal, NTM, PCA, RCF, XGBoost

text/libsvm XGBoost

Para obtener un resumen de los formatos de datos admitidos por cada algoritmo, consulte la 
documentación para los algoritmos individuales o esta tabla.

Uso del modo canalización

En el modo canalización, su trabajo de entrenamiento transmite datos directamente desde Amazon 
Simple Storage Service (Amazon S3). La transmisión en streaming puede proporcionar un tiempo 
de inicio más rápido para trabajos de capacitación y un mejor rendimiento. Esto contrasta con el
modo archivo, en el que los datos de Amazon S3 se almacenan en los volúmenes de las instancias 
de entrenamiento. El modo de archivo usa espacio en disco para almacenar tanto sus artefactos 
de modelo finales como su conjunto de datos de entrenamiento completo. Al transmitir sus datos 
directamente desde Amazon S3 en modo canalización, reduce el tamaño de los volúmenes de 
Amazon Elastic Block Store de sus instancias de entrenamiento. El modo de canalización solo 
necesita suficiente espacio en disco para almacenar sus artefactos de modelo final. Consulte
AlgorithmSpecification para obtener información detallada sobre el modo de entrada de 
capacitación.
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Uso del formato CSV

Muchos SageMaker algoritmos de Amazon admiten el entrenamiento con datos en formato CSV. 
Para usar datos en formato CSV para el entrenamiento, en la especificación del canal de datos 
de entrada, establezca text/csv en ContentType. Amazon SageMaker exige que un archivo 
CSV no tenga un registro de cabecera y que la variable de destino esté en la primera columna. 
Para ejecutar algoritmos de aprendizaje sin supervisión sin un destino, especifique el número de 
columnas de etiquetas en el tipo de contenido. Por ejemplo, en este caso 'content_type=text/
csv;label_size=0'. Para ver un ejemplo de cuaderno en formato CSV, consulte Breast Cancer 
Prediction. Para obtener más información, consulta Cómo usar el modo Pipe con conjuntos de datos 
CSV para aprender más rápido los algoritmos SageMaker integrados de Amazon.

Uso del formato RecordIO

En el formato Recordio de protobuf, SageMaker convierte cada observación del conjunto de datos 
en una representación binaria como un conjunto de flotantes de 4 bytes y, a continuación, la carga 
en el campo de valores de protobuf. Si usa Python para la preparación de sus datos, recomendamos 
encarecidamente que use estas transformaciones existentes. Sin embargo, si utiliza otro idioma, el 
siguiente archivo de definición de protobuf proporciona el esquema que se utiliza para convertir los 
datos al formato protobuf. SageMaker

Note

Si desea ver un ejemplo que muestra cómo convertir la matriz numPy, comúnmente usada, al 
formato protobuf recordIO, consulte An Introduction to Factorization Machines with MNIST .

syntax = "proto2"; 

 package aialgs.data; 

 option java_package = "com.amazonaws.aialgorithms.proto"; 
 option java_outer_classname = "RecordProtos"; 

 // A sparse or dense rank-R tensor that stores data as doubles (float64). 
 message Float32Tensor   { 
     // Each value in the vector. If keys is empty, this is treated as a 
     // dense vector. 
     repeated float values = 1 [packed = true]; 

Uso de algoritmos integrados 2753

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Channel.html#SageMaker-Type-Channel-ContentType
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_applying_machine_learning/breast_cancer_prediction/Breast%20Cancer%20Prediction.html
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_applying_machine_learning/breast_cancer_prediction/Breast%20Cancer%20Prediction.html
https://aws.amazon.com/blogs/machine-learning/now-use-pipe-mode-with-csv-datasets-for-faster-training-on-amazon-sagemaker-built-in-algorithms/
https://aws.amazon.com/blogs/machine-learning/now-use-pipe-mode-with-csv-datasets-for-faster-training-on-amazon-sagemaker-built-in-algorithms/
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_amazon_algorithms/factorization_machines_mnist/factorization_machines_mnist.html


Amazon SageMaker Guía para desarrolladores

     // If key is not empty, the vector is treated as sparse, with 
     // each key specifying the location of the value in the sparse vector. 
     repeated uint64 keys = 2 [packed = true]; 

     // An optional shape that allows the vector to represent a matrix. 
     // For example, if shape = [ 10, 20 ], floor(keys[i] / 20) gives the row, 
     // and keys[i] % 20 gives the column. 
     // This also supports n-dimensonal tensors. 
     // Note: If the tensor is sparse, you must specify this value. 
     repeated uint64 shape = 3 [packed = true]; 
 } 

 // A sparse or dense rank-R tensor that stores data as doubles (float64). 
 message Float64Tensor { 
     // Each value in the vector. If keys is empty, this is treated as a 
     // dense vector. 
     repeated double values = 1 [packed = true]; 

     // If this is not empty, the vector is treated as sparse, with 
     // each key specifying the location of the value in the sparse vector. 
     repeated uint64 keys = 2 [packed = true]; 

     // An optional shape that allows the vector to represent a matrix. 
     // For example, if shape = [ 10, 20 ], floor(keys[i] / 10) gives the row, 
     // and keys[i] % 20 gives the column. 
     // This also supports n-dimensonal tensors. 
     // Note: If the tensor is sparse, you must specify this value. 
     repeated uint64 shape = 3 [packed = true]; 
 } 

 // A sparse or dense rank-R tensor that stores data as 32-bit ints (int32). 
 message Int32Tensor { 
     // Each value in the vector. If keys is empty, this is treated as a 
     // dense vector. 
     repeated int32 values = 1 [packed = true]; 

     // If this is not empty, the vector is treated as sparse with 
     // each key specifying the location of the value in the sparse vector. 
     repeated uint64 keys = 2 [packed = true]; 

     // An optional shape that allows the vector to represent a matrix. 
     // For Exmple, if shape = [ 10, 20 ], floor(keys[i] / 10) gives the row, 
     // and keys[i] % 20 gives the column. 
     // This also supports n-dimensonal tensors. 
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     // Note: If the tensor is sparse, you must specify this value. 
     repeated uint64 shape = 3 [packed = true]; 
 } 

 // Support for storing binary data for parsing in other ways (such as JPEG/etc). 
 // This is an example of another type of value and may not immediately be supported. 
 message Bytes { 
     repeated bytes value = 1; 

     // If the content type of the data is known, stores it. 
     // This allows for the possibility of using decoders for common formats 
     // in the future. 
     optional string content_type = 2; 
 } 

 message Value { 
     oneof value { 
         // The numbering assumes the possible use of: 
         // - float16, float128 
         // - int8, int16, int32 
         Float32Tensor float32_tensor = 2; 
         Float64Tensor float64_tensor = 3; 
         Int32Tensor int32_tensor = 7; 
         Bytes bytes = 9; 
     } 
 } 

 message Record { 
     // Map from the name of the feature to the value. 
     // 
     // For vectors and libsvm-like datasets, 
     // a single feature with the name `values` 
     // should be specified. 
     map<string, Value> features = 1; 

     // An optional set of labels for this record. 
     // Similar to the features field above, the key used for 
     // generic scalar / vector labels should be 'values'. 
     map<string, Value> label = 2; 

     // A unique identifier for this record in the dataset. 
     // 
     // Whilst not necessary, this allows better 
     // debugging where there are data issues. 
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     // 
     // This is not used by the algorithm directly. 
     optional string uid = 3; 

     // Textual metadata describing the record. 
     // 
     // This may include JSON-serialized information 
     // about the source of the record. 
     // 
     // This is not used by the algorithm directly. 
     optional string metadata = 4; 

     // An optional serialized JSON object that allows per-record 
     // hyper-parameters/configuration/other information to be set. 
     // 
     // The meaning/interpretation of this field is defined by 
     // the algorithm author and may not be supported. 
     // 
     // This is used to pass additional inference configuration 
     // when batch inference is used (e.g. types of scores to return). 
     optional string configuration = 5; 
 }

Tras crear el búfer de protocolo, guárdelo en una ubicación de Amazon S3 a la que Amazon 
SageMaker pueda acceder y que pueda transferirse como parte InputDataConfig de 
ellacreate_training_job.

Note

Para todos los SageMaker algoritmos de Amazon, ChannelName la InputDataConfig
entrada debe estar configurada entrain. Algunos algoritmos también son compatibles con 
una validación o prueba input channels. Estos suelen usarse para evaluar el rendimiento 
del modelo mediante un conjunto de datos de exclusiones. Los conjuntos de datos de 
exclusiones no se usan en la capacitación inicial, pero se pueden usar para ajustar el modelo 
aún más.

Deserialización del modelo de capacitación

SageMaker Los modelos de Amazon se almacenan como model.tar.gz en el bucket S3 especificado 
en el OutputDataConfig S3OutputPath parámetro de la create_training_job llamada. La 
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instancia de bucket de S3 debe estar en la misma región de AWS que la instancia del cuaderno. 
Puede especificar la mayoría de estos artefactos de modelo cal crear un modelo de alojamiento. 
También puede abrirlos y revisarlos en su instancia de bloc de notas. Cuando model.tar.gz no 
está comprimido en un archivo tar, contiene model_algo-1, que es un objeto de Apache MXNet 
serializado. Por ejemplo, utilice la siguiente operación para cargar el modelo k-means en la memoria 
y verlo:

import mxnet as mx
print(mx.ndarray.load('model_algo-1'))

Formatos de datos comunes para la inferencia

SageMaker Los algoritmos de Amazon aceptan y producen varios tipos de MIME diferentes para 
las cargas HTTP que se utilizan para recuperar predicciones en línea y de minilotes. Puede utilizar 
distintos servicios de AWS para transformar o preprocesar registros antes de la ejecución de la 
inferencia. Como mínimo, tiene que convertir los datos para las siguientes tareas:

• Serialización de la solicitud de inferencias (gestionada por usted)

• Deserialización de la solicitud de inferencias (gestionada por el algoritmo)

• Serialización de la respuesta de inferencias (gestionada por el algoritmo)

• Deserialización de la respuesta de inferencias (gestionada por usted)

Temas

• Convertir datos para la serialización de la solicitud de inferencias

• Convertir datos para la deserialización de la respuesta de inferencias

• Formatos de solicitud comunes para todos los algoritmos

• Uso de Batch Transform con algoritmos integrados

Convertir datos para la serialización de la solicitud de inferencias

Las opciones de tipo de contenido para las solicitudes de inferencia de SageMaker algoritmos de 
Amazon incluyen: text/csvapplication/json, yapplication/x-recordio-protobuf. Los 
algoritmos que no admiten todos estos tipos pueden admitir otros tipos. XGBoost, por ejemplo, solo 
admite text/csv de esta lista, pero también admite text/libsvm.

Para text/csv, el valor para el argumento Body en invoke_endpoint debe ser una cadena 
con comas que separan los valores para cada característica. Por ejemplo, un registro para un 
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modelo con cuatro características debería tener un aspecto similar a 1.5,16.0,14,23.0. Las 
transformaciones realizadas en los datos de capacitación deben realizarse también en los datos 
antes de la obtención de la inferencia. El orden de las características es importante, y no debe 
cambiarse.

application/json es bastante más flexible y proporciona varios formatos posibles para que 
los desarrolladores pueden usarlos en sus aplicaciones. A un nivel alto, en JavaScript, la carga útil 
podría tener el siguiente aspecto:

let request = { 
  // Instances might contain multiple rows that predictions are sought for. 
  "instances": [ 
    { 
      // Request and algorithm specific inference parameters. 
      "configuration": {}, 
      // Data in the specific format required by the algorithm. 
      "data": { 
         "<field name>": dataElement 
       } 
    } 
  ]
}

Tiene las siguientes opciones para especificar dataElement:

Equivalente a búferes de protocolo

// Has the same format as the protocol buffers implementation described for training.
let dataElement = { 
  "keys": [], 
  "values": [], 
  "shape": []
}

Vector numérico sencillo

// An array containing numeric values is treated as an instance containing a
// single dense vector.
let dataElement = [1.5, 16.0, 14.0, 23.0]

// It will be converted to the following representation by the SDK.
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let converted = { 
  "features": { 
    "values": dataElement 
  }
}

Para varios registros

let request = { 
  "instances": [ 
    // First instance. 
    { 
      "features": [ 1.5, 16.0, 14.0, 23.0 ] 
    }, 
    // Second instance. 
    { 
      "features": [ -2.0, 100.2, 15.2, 9.2 ] 
    } 
  ]
}

Convertir datos para la deserialización de la respuesta de inferencias

SageMaker Los algoritmos de Amazon devuelven JSON en varios diseños. En líneas generales, la 
estructura es:

let response = { 
  "predictions": [{ 
    // Fields in the response object are defined on a per algorithm-basis. 
  }]
}

Los campos incluidos en las predicciones son diferentes en los algoritmos. A continuación se 
muestran ejemplos de la salida del algoritmo k-means.

Interfaz de registro único

let response = { 
  "predictions": [{ 
    "closest_cluster": 5, 
    "distance_to_cluster": 36.5 
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  }]
}

Inferencia de varios registros

let response = { 
  "predictions": [ 
    // First instance prediction. 
    { 
      "closest_cluster": 5, 
      "distance_to_cluster": 36.5 
    }, 
    // Second instance prediction. 
    { 
      "closest_cluster": 2, 
      "distance_to_cluster": 90.3 
    } 
  ]
}

Inferencia de varios registros con entrada protobuf

{ 
  "features": [], 
  "label": { 
    "closest_cluster": { 
      "values": [ 5.0 ] // e.g. the closest centroid/cluster was 1.0 
    }, 
    "distance_to_cluster": { 
      "values": [ 36.5 ] 
    } 
  }, 
  "uid": "abc123", 
  "metadata": "{ "created_at": '2017-06-03' }"
}

SageMaker Los algoritmos también admiten el formato JSONLINES, donde el contenido de la 
respuesta por registro es el mismo que en el formato JSON. La estructura de varios registros es una 
concatenación de objetos de respuesta por registro separados por caracteres de nueva línea. El 
contenido de la respuesta para el algoritmo KMeans integrado para dos puntos de datos de entrada 
es:
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{"distance_to_cluster": 23.40593910217285, "closest_cluster": 0.0}
{"distance_to_cluster": 27.250282287597656, "closest_cluster": 0.0}

Mientras se ejecuta la transformación por lotes, se recomienda usar el tipo de respuesta jsonlines
estableciendo el campo Accept de la CreateTransformJobRequest en application/
jsonlines.

Formatos de solicitud comunes para todos los algoritmos

La mayoría de los algoritmos utilizan varios de los siguientes formatos de solicitud de inferencia.

Formato de solicitud JSON

Tipo de contenido: application/JSON

Formato denso

let request =   { 
    "instances":    [ 
        { 
            "features": [1.5, 16.0, 14.0, 23.0] 
        } 
    ]
}

let request =   { 
    "instances":    [ 
        { 
            "data": { 
                "features": { 
                    "values": [ 1.5, 16.0, 14.0, 23.0] 
                } 
            } 
        } 
    ]
}

Formato disperso

{ 
 "instances": [ 
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  {"data": {"features": { 
     "keys": [26, 182, 232, 243, 431], 
     "shape": [2000], 
     "values": [1, 1, 1, 4, 1] 
    } 
   } 
  }, 
  {"data": {"features": { 
     "keys": [0, 182, 232, 243, 431], 
     "shape": [2000], 
     "values": [13, 1, 1, 4, 1] 
    } 
   } 
  }, 
 ]
}

Formato de solicitud JSONLINES

Tipo de contenido: application/JSONLINES

Formato denso

Un solo registro en formato denso se puede representar como:

{ "features": [1.5, 16.0, 14.0, 23.0] }

o bien:

{ "data": { "features": { "values": [ 1.5, 16.0, 14.0, 23.0] } }

Formato disperso

Un solo registro en formato disperso se representa como:

{"data": {"features": { "keys": [26, 182, 232, 243, 431], "shape": [2000], "values": 
 [1, 1, 1, 4, 1] } } }

Varios registros se representan como una concatenación de las representaciones anteriores de un 
solo registro, separadas por caracteres de nueva línea:

{"data": {"features": { "keys": [0, 1, 3], "shape": [4], "values": [1, 4, 1] } } }
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{ "data": { "features": { "values": [ 1.5, 16.0, 14.0, 23.0] } }
{ "features": [1.5, 16.0, 14.0, 23.0] }

Formato de solicitud CSV

Tipo de contenido: text/CSV; label_size=0

Note

La compatibilidad con CSV no está disponible para máquinas de factorización.

Formato de solicitud RECORDIO

Tipo de contenido: aplicación/ x-recordio-protobuf

Uso de Batch Transform con algoritmos integrados

Mientras se ejecuta la transformación por lotes, se recomienda usar el tipo de respuesta JSONLINES 
en lugar de JSON, si lo admite el algoritmo. Esto se logra estableciendo el campo Accept de la
CreateTransformJobRequest en application/jsonlines.

Al crear un trabajo de transformación, SplitType debe establecerse según el ContentType
de los datos de entrada. Del mismo modo, dependiendo del campo Accept de la
CreateTransformJobRequest, AssembleWith debe establecerse en consecuencia. Use la 
siguiente tabla para ayudar a establecer estos campos de forma adecuada:

ContentType Recomendado SplitType

application/x-recordio-protobuf RecordIO

text/csv Line

application/jsonlines Line

application/json None

application/x-image None

image/* None
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Aceptar Recomendado AssembleWith

application/x-recordio-protobuf None

application/json None

application/jsonlines Line

Para obtener más información sobre los formatos de respuesta para algoritmos específicos, consulte 
lo siguiente:

• Formatos de inferencia de DeepAR

• Formatos de respuesta de máquinas de factorización

• Formatos de datos de inferencia de Información IP

• Formatos de respuesta de k-means

• Formatos de respuesta y solicitud k-NN

• Formatos de respuesta de aprendizaje lineal

• Formatos de respuesta de NTM

• Formato de datos para inferencia de Object2Vec

• Integraciones de codificador para Object2Vec

• Formatos de respuesta de PCA

• Formatos de respuesta de RCF

Tipos de instancia para algoritmos integrados

Para entrenar y alojar SageMaker los algoritmos de Amazon, recomendamos utilizar los siguientes 
tipos de instancias de Amazon EC2:

• ml.m5.xlarge, ml.m5.4xlarge y ml.m5.12xlarge

• ml.c5.xlarge, ml.c5.2xlarge y ml.c5.8xlarge

• ml.p3.xlarge, ml.p3.8xlarge y ml.p3.16xlarge

La mayoría de SageMaker los algoritmos de Amazon se han diseñado para aprovechar la 
computación con GPU para el entrenamiento. Para la mayoría de los entrenamientos de algoritmos, 
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admitimos las instancias de GPU P2, P3, G4dn y G5. A pesar de que los costos por instancia son 
superiores, la capacitación de las GPU se realiza de forma más rápida, por lo que son más rentables. 
Las excepciones se mencionan en esta guía.

El tamaño y el tipo de datos pueden tener un efecto notable en la configuración de hardware que es 
más efectiva. Cuando se realiza el entrenamiento del mismo modelo de forma periódica, la prueba 
inicial en un espectro de tipos de instancias puede detectar configuraciones que son más rentables 
a largo plazo. Además, los algoritmos que realizan una capacitación más eficiente en las GPU 
pueden no requerir las GPU para realizar inferencias eficientes. Prueba a determinar la solución más 
rentable. Para obtener una recomendación automática de instancias o realizar pruebas de carga 
personalizadas, usa Amazon SageMaker Inference Recommender.

Para obtener más información sobre las especificaciones de SageMaker hardware, consulte Tipos de 
instancias de Amazon SageMaker ML.

Registros para algoritmos integrados

SageMaker Los algoritmos de Amazon producen CloudWatch registros de Amazon, que 
proporcionan información detallada sobre el proceso de formación. Para ver los registros, en la 
consola de AWS administración, elija Logs y CloudWatch, a continuación, elija el grupo de registros
TrainingJobs /aws/sagemaker/. Todos los trabajos de entrenamiento disponen de un flujo de registro 
por nodo en el que se realiza el entrenamiento. El nombre del flujo de registro comienza con el valor 
especificado en el parámetro TrainingJobName cuando se creó el trabajo.

Note

Si un trabajo falla y los registros no aparecen CloudWatch, es probable que se haya 
producido un error antes del inicio del entrenamiento. Entre los motivos se encuentran la 
especificación de la ubicación de S3 o de la imagen de capacitación incorrectas.

El contenido de los registros varía según los algoritmos. Sin embargo, puede buscar normalmente la 
siguiente información:

• Confirmación de los argumentos proporcionados al principio del registro

• Errores que se produjeron durante la capacitación

• Medición del rendimiento numérico o de la precisión de los algoritmos

• Tiempos del algoritmo y etapas principales dentro del algoritmo
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Errores comunes

Si se produce un error en el trabajo de capacitación, se proporcionan algunos detalles sobre el error 
mediante el valor de retorno FailureReason en la descripción del trabajo de capacitación, de la 
siguiente manera:

sage = boto3.client('sagemaker')
sage.describe_training_job(TrainingJobName=job_name)['FailureReason']

Otros solo aparecen en los CloudWatch registros. Entre los errores comunes se encuentran los 
siguientes:

1. Error de especificación de un hiperparámetro o especificación de un hiperparámetro que no es 
válido para el algoritmo.

Del CloudWatch registro

[10/16/2017 23:45:17 ERROR 139623806805824 train.py:48]
Additional properties are not allowed (u'mini_batch_siz' was
unexpected)

2. Especificación de un valor no válido para un hiperparámetro.

FailureReason

AlgorithmError: u'abc' is not valid under any of the given
schemas\n\nFailed validating u'oneOf' in
schema[u'properties'][u'feature_dim']:\n    {u'oneOf':
[{u'pattern': u'^([1-9][0-9]*)$', u'type': u'string'},\n
{u'minimum': 1, u'type': u'integer'}]}\

FailureReason

[10/16/2017 23:57:17 ERROR 140373086025536 train.py:48] u'abc'
is not valid under any of the given schemas

3. Formato de archivo protobuf no apropiado.

Del CloudWatch registro

[10/17/2017 18:01:04 ERROR 140234860816192 train.py:48] cannot 
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                   copy sequence with size 785 to array axis with dimension 784

Algoritmos integrados de SageMaker para datos tabulares

Amazon SageMaker proporciona algoritmos integrados y adaptados para el análisis de datos 
tabulares. Los datos tabulares son conjuntos de datos organizados en tablas compuestas por filas 
(observaciones) y columnas (características). Los algoritmos integrados de SageMaker para datos 
tabulares se pueden utilizar en problemas de clasificación o regresión.

• AutoGluon-Tabular: un marco AutoML de código abierto que funciona ensamblando modelos y 
apilándolos en varias capas.

• CatBoost: una implementación del algoritmo de árboles potenciados por gradientes, con una 
potenciación ordenada y un algoritmo innovador para procesar características categóricas.

• Algoritmo de máquinas de factorización: una extensión de un modelo lineal que se ha diseñado 
para capturar de manera económica las interacciones entre características dentro de conjuntos de 
datos dispersos y de grandes dimensiones.

• Algoritmo k vecinos más próximos (k-NN) (K-Nearest Neighbors): un método no paramétrico que 
utiliza los k puntos etiquetados más cercanos para asignarle una etiqueta a un nuevo punto de 
datos (para la clasificación), o un valor objetivo previsto a partir de la media de los k puntos más 
cercanos (para la regresión).

• LightGBM: una implementación del algoritmo de árboles potenciados por gradiente que añade dos 
técnicas novedosas para mejorar la eficiencia y la escalabilidad; el muestreo unilateral basado en 
gradientes (GOSS) y la agrupación de características exclusivas (EFB).

• Algoritmo de aprendizaje lineal: aprende una función lineal para la regresión o una función de 
umbral lineal para la clasificación.

• TabTransformer: una novedosa arquitectura de modelado de datos tabulares profundos basada en 
transformadores con atención automática.

• Algoritmo XGBoost: una implementación del algoritmo de árboles con potenciación por gradiente 
que combina un conjunto de estimaciones a partir de un conjunto de modelos más simples y 
débiles.
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

AutoGluon-
Tabular

Entrenami 
ento y 
validación 
(opcional)

Archivos CSV CPU o 
GPU (solo 
instancia 
única)

No

CatBoost entrenami 
ento y 
validación 
(opcional)

Archivos CSV CPU (solo 
instancia 
única)

No

Máquinas 
de 
factoriza 
ción

capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf

CPU (GPU 
para datos 
densos)

Sí

K-Nearest-
Neighbors 
(k-NN)

capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU o 
GPU 
(disposit 
ivo de 
GPU único 
en una 
o varias 
instancias)

Sí

LightGBM entrenami 
ento y 
validación 
(opcional)

Archivos CSV CPU (solo 
instancia 
única)

No

Aprendiz 
lineal

capacitac 
ión y 
validación 
(opcional 

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU o 
GPU

Sí
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

), prueba o 
ambos

TabTransf 
ormer

entrenami 
ento y 
validación 
(opcional)

Archivos CSV CPU o 
GPU (solo 
instancia 
única)

No

XGBoost 
(0.90-1, 
0.90-2, 
1.0-1, 
1.2-1, 
1.2-21)

capacitac 
ión y 
validación 
(opcional)

Archivo o 
canalizac 
ión

CSV, 
LibSVM o 
Parquet

CPU (o 
GPU para 
1.2-1)

Sí

AutoGluon-Tabular

AutoGluon-Tabular es un popular marco AutoML de código abierto que entrena modelos de 
aprendizaje automático de alta precisión en un conjunto de datos tabular sin procesar. A diferencia 
de los marcos AutoML existentes, que se centran principalmente en la selección de modelos e 
hiperparámetros, AutoGluon -Tabular tiene éxito al ensamblar varios modelos y apilarlos en varias 
capas.

¿Cómo usar -Tabular SageMaker AutoGluon

Puedes usar AutoGluon -Tabular como algoritmo SageMaker integrado en Amazon. En la siguiente 
sección se describe cómo usar AutoGluon -Tabular con el SDK de SageMaker Python. Para obtener 
información sobre cómo usar AutoGluon -Tabular desde la interfaz de usuario clásica de Amazon 
SageMaker Studio, consulte. SageMaker JumpStart

• Utilice AutoGluon -Tabular como algoritmo integrado

Utilice el algoritmo integrado AutoGluon -Tabular para crear un contenedor de entrenamiento 
AutoGluon -Tabular, como se muestra en el siguiente ejemplo de código. Puede detectar 
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automáticamente el URI de la imagen del algoritmo integrado AutoGluon -Tabular mediante 
la SageMaker image_uris.retrieve API (o la get_image_uri API si utiliza Amazon 
SageMaker Python SDK versión 2).

Tras especificar el URI de la imagen AutoGluon -Tabular, puede utilizar el contenedor AutoGluon 
-Tabular para crear un estimador mediante la API Estimator e iniciar un trabajo de SageMaker 
formación. El algoritmo integrado AutoGluon -Tabular se ejecuta en modo script, pero el script 
de entrenamiento se proporciona automáticamente y no es necesario reemplazarlo. Si tiene una 
amplia experiencia en el uso del modo guion para crear un trabajo de SageMaker formación, 
puede incorporar sus propios guiones de formación en AutoGluon -Tabular.

from sagemaker import image_uris, model_uris, script_uris

train_model_id, train_model_version, train_scope = "autogluon-classification-
ensemble", "*", "training"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the docker image
train_image_uri = image_uris.retrieve( 
    region=None, 
    framework=None, 
    model_id=train_model_id, 
    model_version=train_model_version, 
    image_scope=train_scope, 
    instance_type=training_instance_type
)

# Retrieve the training script
train_source_uri = script_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 script_scope=train_scope
)

train_model_uri = model_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 model_scope=train_scope
)

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tabular_binary/"
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training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
train"
validation_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
validation"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tabular-training"

s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

from sagemaker import hyperparameters

# Retrieve the default hyperparameters for training the model
hyperparameters = hyperparameters.retrieve_default( 
    model_id=train_model_id, model_version=train_model_version
)

# [Optional] Override default hyperparameters with custom values
hyperparameters[ 
    "auto_stack"
] = "True"
print(hyperparameters)

from sagemaker.estimator import Estimator
from sagemaker.utils import name_from_base

training_job_name = name_from_base(f"built-in-algo-{train_model_id}-training")

# Create SageMaker Estimator instance
tabular_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location
)

# Launch a SageMaker Training job by passing the S3 path of the training data
tabular_estimator.fit( 

Uso de algoritmos integrados 2771



Amazon SageMaker Guía para desarrolladores

    { 
        "training": training_dataset_s3_path, 
        "validation": validation_dataset_s3_path, 
    }, logs=True, job_name=training_job_name
)

Para obtener más información sobre cómo configurar el AutoGluon -Tabular como algoritmo 
integrado, consulta los siguientes ejemplos de cuadernos. Todos los buckets de S3 utilizados en 
estos ejemplos deben estar en la misma región AWS que la instancia de cuaderno utilizada para 
ejecutarlos.

• Clasificación tabular con el algoritmo Amazon SageMaker AutoGluon -Tabular

• Regresión tabular con el algoritmo Amazon SageMaker AutoGluon -Tabular

Interfaz de entrada y salida para el algoritmo -Tabular AutoGluon

La potenciación de gradientes funciona en los datos tabulares, con las filas que representan 
observaciones, una columna que representa la variable de destino o la etiqueta, y las columnas 
restantes que representan las características.

La SageMaker implementación de AutoGluon -Tabular admite CSV para el entrenamiento y la 
inferencia:

• Para el entrenamiento ContentType, las entradas válidas deben ser text/csv.

• Para la inferencia ContentType, las entradas válidas deben ser text/csv.

Note

Para la capacitación de CSV, el algoritmo asume la variable de destino en la primera 
columna y ese CSV no dispone de un registro de encabezado.
Para la inferencia de CSV, el algoritmo asume que la entrada de CSV no dispone de la 
columna de etiqueta.

Formato de entrada para los datos de entrenamiento, los datos de validación y las características 
categóricas

Ten cuidado con el formato de los datos de entrenamiento para introducirlos en el modelo -Tabular. 
AutoGluon Debe proporcionar la ruta a un bucket de Amazon S3 que contenga los datos de 
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entrenamiento y de validación. También puede incluir una lista de características categóricas. Utilice 
los canales training y validation para proporcionar los datos de entrada. o utilice solo el canal
training si lo prefiere.

Uso de ambos canales (training y validation)

Puede proporcionar los datos de entrada mediante dos rutas S3, una para el canal training y 
otra para el canal validation. Cada ruta S3 puede ser un prefijo S3 o una ruta S3 completa que 
apunte a un archivo CSV específico. Las variables de destino deben estar en la primera columna del 
archivo CSV. Las variables predictoras (características) deben estar en las columnas restantes. Los 
datos de validación se utilizan para calcular una puntuación de validación al final de cada iteración de 
potenciación. Hay una interrupción anticipada cuando la puntuación de validación deja de mejorar.

Si tus predictores incluyen características categóricas, puedes proporcionar un archivo JSON 
con un nombre categorical_index.json en la misma ubicación que tu archivo de datos de 
entrenamiento. Si proporciona un archivo JSON para las características categóricas, el canal
training debe apuntar a un prefijo S3, y no a un archivo CSV específico. Este archivo debe 
contener un diccionario de Python donde la clave sea la cadena "cat_index_list" y el valor 
sea una lista de enteros únicos. Cada número entero de la lista de valores debe indicar el índice 
de columnas de las características categóricas correspondientes en el archivo CSV de datos de 
entrenamiento. Cada valor debe ser un entero positivo (mayor de cero, ya que cero representa 
el valor objetivo), menor que el Int32.MaxValue (2147483647) y menor que el número total de 
columnas. Solo debe haber un archivo JSON de índice categórico.

Uso del canal training exclusivamente

También puede proporcionar sus datos de entrada mediante una única ruta S3 para el canal
training. Esta ruta de S3 debe apuntar a un directorio con un nombre de subdirectorio
training/ que contenga un archivo CSV. Si lo desea, puede incluir otro subdirectorio en la misma 
ubicación denominado validation/ que también tenga un archivo CSV. Si no se proporcionan los 
datos de validación, se toma una muestra aleatoria del 20 % de los datos de entrenamiento para que 
ejerzan como datos de validación. Si los predictores contienen características categóricas, puede 
proporcionar un archivo JSON con el nombre categorical_index.json en la misma ubicación 
que los subdirectorios de datos.
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Note

En el modo de entrada de entrenamiento de CSV, la memoria total disponible para 
el algoritmo (el recuento de instancias multiplicado por la memoria disponible en
InstanceType) debe poder contener el conjunto de datos de entrenamiento.

SageMaker AutoGluon-Tabular usa el autogluon.tabular.TabularPredictor módulo para 
serializar o deserializar el modelo, que se puede usar para guardar o cargar el modelo.

Para usar un modelo entrenado con -Tabular con el marco SageMaker AutoGluon AutoGluon

• Utilice el siguiente código de Python:

import tarfile
from autogluon.tabular import TabularPredictor

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = TabularPredictor.load(model_file_path)

# prediction with test data
# dtest should be a pandas DataFrame with column names feature_0, feature_1, ..., 
 feature_d
pred = model.predict(dtest) 

Recomendación de instancia de Amazon EC2 para el AutoGluon algoritmo -Tabular

SageMaker AutoGluon-Tabular admite el entrenamiento de CPU y GPU de instancia única. A pesar 
de que los costos por instancia son superiores, la capacitación de las GPU se realiza de forma más 
rápida, por lo que son más rentables. Para aprovechar el entrenamiento de la GPU, especifique el 
tipo de instancia como una de las instancias de la GPU (por ejemplo, P3). SageMaker AutoGluon-
Actualmente, Tabular no admite el entrenamiento con varias GPU.

AutoGluon-Ejemplos de cuadernos tabulares

En la siguiente tabla se describen varios ejemplos de libretas que abordan distintos casos de uso del 
algoritmo Amazon SageMaker AutoGluon -Tabular.
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Título del cuaderno Descripción

Clasificación tabular con el algoritmo Amazon 
SageMaker AutoGluon -Tabular

Este cuaderno muestra el uso del algoritmo 
Amazon SageMaker AutoGluon -Tabular para 
entrenar y alojar un modelo de clasificación 
tabular.

Regresión tabular con el algoritmo Amazon 
SageMaker AutoGluon -Tabular

Este cuaderno muestra el uso del algoritmo 
Amazon SageMaker AutoGluon -Tabular 
para entrenar y alojar un modelo de regresión 
tabular.

Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a ellas, que 
puede utilizar para ejecutar el ejemplo, consulte. SageMaker Instancias de Amazon SageMaker 
Notebook Una vez que haya creado una instancia de bloc de notas y la haya abierto, seleccione la 
pestaña SageMakerEjemplos para ver una lista de todos los ejemplos. SageMaker Para abrir un bloc 
de notas, elija su pestaña Usar y elija Crear copia.

¿Cómo AutoGluon funciona -Tabular

AutoGluon-Tabular utiliza métodos avanzados de procesamiento de datos, aprendizaje profundo y 
conjunto de modelos multicapa. Reconoce automáticamente el tipo de datos de cada columna, lo que 
permite hacer un preprocesamiento potente de los datos; esto incluye una gestión especial de los 
campos de texto.

AutoGluon se adapta a varios modelos, desde árboles off-the-shelf potenciados hasta redes 
neuronales personalizadas. Estos modelos se agrupan de una manera novedosa: los modelos 
se apilan en varias capas y se entrenan por capas, lo que garantiza que los datos sin procesar 
puedan traducirse en predicciones de alta calidad en un plazo determinado. Este proceso mitiga el 
sobreajuste al dividir los datos de varias maneras con un seguimiento cuidadoso de los ejemplos. 
out-of-fold

El algoritmo AutoGluon -Tabular funciona bien en las competiciones de aprendizaje automático 
debido a su manejo robusto de una variedad de tipos de datos, relaciones y distribuciones. Puede 
utilizar AutoGluon -Tabular para problemas de regresión, clasificación (binaria y multiclase) y 
clasificación.
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Consulte el siguiente diagrama, donde verá el funcionamiento de la estrategia de apilamiento 
multicapa.

Para obtener más información, consulte AutoGluon-Tabular: AutomL robusto y preciso para datos 
estructurados.

AutoGluon-Hiperparámetros tabulares

La siguiente tabla contiene el subconjunto de hiperparámetros que se requieren o se utilizan con 
más frecuencia para el algoritmo Amazon SageMaker AutoGluon -Tabular. Los usuarios establecen 
estos parámetros para facilitar la estimación de los parámetros del modelo a partir de los datos. El 
algoritmo SageMaker AutoGluon -Tabular es una implementación del paquete -Tabular de código 
abierto. AutoGluon

Note

Los hiperparámetros predeterminados se basan en conjuntos de datos de ejemplo de
AutoGluon-Ejemplos de cuadernos tabulares.

De forma predeterminada, el algoritmo SageMaker AutoGluon -Tabular elige automáticamente una 
métrica de evaluación en función del tipo de problema de clasificación. El algoritmo AutoGluon-
Tabular detecta el tipo de problema de clasificación a partir del número de etiquetas en los datos. 
Para los problemas de regresión, la métrica de evaluación es la raíz del error cuadrático medio. Para 
problemas de clasificación binaria, la métrica de evaluación es el área bajo la curva característica 
de funcionamiento del receptor (AUC). Para los problemas de clasificación multiclase, la métrica de 
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evaluación es la precisión. Puede usar el hiperparámetro eval_metric para cambiar la métrica 
de evaluación predeterminada. Consulte la siguiente tabla para obtener más información sobre los 
hiperparámetros AutoGluon tabulares, incluidas las descripciones, los valores válidos y los valores 
predeterminados.

Nombre del parámetro Descripción

eval_metric Métricas de evaluación de los datos de validación. Si
eval_metric  se establece en el valor "auto" predeterm 
inado, el algoritmo elige automáticamente una métrica de 
evaluación en función del tipo de problema de clasificación:

• "root_mean_squared_error"  para la regresión

• "roc_auc"  para la clasificación binaria

• "accuracy"  para la clasificación multiclase

Valores válidos: cadena; consulte la AutoGluon documentación
para ver los valores válidos.

Valor predeterminado: "auto".

presets Lista de configuraciones predefinidas para varios argumentos en
fit().

• "best_quality" : alta precisión predictiva, tiempos de 
inferencia más lentos y mayor uso del disco

• "high_quality" : alta precisión predictiva e inferencia 
rápida

• "good_quality" : alta precisión predictiva e inferencia 
rápida

• "medium_quality" : precisión predictiva media, inferencia 
y tiempo de entrenamiento muy rápidos

• "optimize_for_deployment" : eliminar los modelos no 
utilizados y eliminar los artefactos de entrenamiento

• "interpretable" : solo para modelos interpretables y 
basados en reglas en el paquete imodels
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Nombre del parámetro Descripción

Para obtener más información, consulte AutoGluon Predictores.

Valores válidos: cadena (cualquiera de "best_quality" ,
"high_quality" , good_quality" , "medium_q 
uality" , "optimize_for_deployment"  o  or 
"interpretable" ).

Valor predeterminado: "medium_quality" .

auto_stack Si AutoGluon debería utilizar automáticamente el empaquetado 
y el ensamblaje de pilas multicapa para aumentar la precisión 
predictiva. Configure auto_stack  en "True" si está 
dispuesto a tolerar tiempos de entrenamiento más largos para 
maximizar la precisión predictiva. Esto establece automátic 
amente los argumentos num_bag_folds  y num_stack 
_levels  en función de las propiedades del conjunto de datos.

Valores válidos: cadena, "True" o "False".

Valor predeterminado: "False".
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Nombre del parámetro Descripción

num_bag_folds Número de particiones utilizadas para el bagging de los 
modelos. Cuando num_bag_folds  es igual a k, el tiempo de 
entrenamiento se incrementa aproximadamente en un factor 
de k. Ponga num_bag_folds  a 0 para desactivar el bagging. 
Esta opción está desactivada de forma predeterminada, pero 
recomendamos utilizar valores de entre 5 y 10 para maximizar 
el rendimiento predictivo. El aumento de num_bag_folds
da como resultado modelos con un sesgo más bajo, pero 
que son más propensos a sobreajustarse. 1 es un valor no 
válido para este parámetro y generará un ValueError . Los 
valores superiores a 10 pueden producir rendimientos decrecien 
tes e incluso pueden influir negativamente en los resultados 
generales debido al sobreajuste. Para mejorar aún más las 
predicciones, evite aumentar num_bag_folds ; en su lugar, 
aumente num_bag_sets .

Valores válidos: cadena, cualquier número entero entre "0" y
"10" (ambos incluidos).

Valor predeterminado: "0".

num_bag_sets Número de repeticiones del bagging de kfold que se van a 
realizar (los valores deben ser mayores o iguales a 1). El 
número total de modelos entrenados durante el bagging es igual 
a num_bag_folds  * num_bag_sets . El valor predeterm 
inado de este parámetro es 1 si no se especifica time_limi 
t . Este parámetro está deshabilitado si no se especifica
num_bag_folds . Los valores superiores a 1 dan como 
resultado un rendimiento predictivo superior, especialmente en 
problemas más pequeños y con el apilamiento activado.

Valores válidos: entero, rango [1, 20].

Valor predeterminado: 1.
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Nombre del parámetro Descripción

num_stack_levels Número de niveles de apilamiento que se van a utilizar en 
el conjunto de pilas. Aumenta aproximadamente el tiempo 
de entrenamiento del modelo en un factor de num_stack 
_levels  + 1. Establezca este parámetro en 0 para desactiva 
r el ensamblado de pilas. Este parámetro está desactivado de 
forma predeterminada, pero recomendamos utilizar valores de 
entre 1 y 3 para maximizar el rendimiento predictivo. Para evitar 
un sobreajuste y un ValueError , num_bag_folds  debe 
ser mayor o igual a 2.

Valores válidos: flotante, con el rango [0, 3].

Valor predeterminado: 0.

refit_full Si se deben volver a entrenar o no todos los modelos con todos 
los datos (entrenamiento y validación) tras el procedimiento de 
entrenamiento normal. Para obtener más información, consulte 
Predictores. AutoGluon

Valores válidos: cadena, "True" o "False".

Valor predeterminado: "False".

set_best_to_refit_ 
full

Si se debe cambiar o no el modelo predeterminado que el 
predictor utiliza para la predicción. Si set_best_to_refit_ 
full  se establece en "True", el modelo predeterminado 
cambia al modelo que presentó la puntuación de validación más 
alta como resultado del reajuste (activado por refit_full ). 
Solo es válido si refit_full  está establecido.

Valores válidos: cadena, "True" o "False".

Valor predeterminado: "False".
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Nombre del parámetro Descripción

save_space Si se debe reducir la memoria y el tamaño del disco del 
predictor mediante la eliminación de los archivos de modelo 
auxiliares que no son necesarios para la predicción de datos 
nuevos. Esto no afecta a la precisión de las inferencias. 
Recomendamos establecer save_space  en "True" si el 
único objetivo es utilizar el modelo entrenado para la predicció 
n. Es posible que algunas funciones avanzadas ya no estén 
disponibles si save_space  se establece en "True". Consulte 
la documentación de predictor.save_space()  para 
obtener más información.

Valores válidos: cadena, "True" o "False".

Valor predeterminado: "False".

verbosity La verbosidad de los mensajes de impresión. Los niveles de
verbosity  van de 0 a 4, y los niveles más altos correspon 
den a declaraciones de impresión más detalladas. Una
verbosity  de 0 suprime las advertencias.

Valores válidos: entero (0, 1, 2, 3 o 4).

Valor predeterminado: 2.

Ajuste de un modelo AutoGluon tabular

Si bien AutoGluon -Tabular se puede utilizar para ajustar modelos, su diseño puede ofrecer un buen 
rendimiento mediante métodos de apilamiento y ensamblaje, lo que significa que no es necesaria 
la optimización de hiperparámetros. En lugar de centrarse en el ajuste de los modelos, AutoGluon -
Tabular consigue apilar los modelos en varias capas y entrenarlos por capas.

Para obtener más información sobre los hiperparámetros tabulares, consulte. AutoGluon AutoGluon-
Hiperparámetros tabulares
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CatBoost

CatBoostes una implementación de código abierto popular y de alto rendimiento del algoritmo 
Gradient Boosting Decision Tree (GBDT). GBDT es un algoritmo de aprendizaje supervisado que 
intenta predecir adecuadamente una variable objetivo mediante la combinación de un conjunto de 
estimaciones a partir de un conjunto de modelos más simples y más débiles.

CatBoost presenta dos avances algorítmicos fundamentales en el GBDT:

1. La implementación de la potenciación ordenada, una alternativa al algoritmo clásico basada en 
permutaciones

2. Un algoritmo innovador para procesar características categóricas

Ambas técnicas se crearon para combatir un cambio de predicción provocado por un tipo especial de 
fuga de objetivo presente en todas las implementaciones actuales de algoritmos de potenciación por 
gradiente.

Cómo usar SageMaker CatBoost

Se puede utilizar CatBoost como un algoritmo SageMaker integrado en Amazon. En la siguiente 
sección se describe cómo usarlo CatBoost con el SDK de SageMaker Python. Para obtener 
información sobre cómo usarlo CatBoost desde la interfaz de usuario clásica de Amazon SageMaker 
Studio, consulteSageMaker JumpStart.

• CatBoost Utilícelo como algoritmo integrado

Utilice el algoritmo CatBoost integrado para crear un contenedor de CatBoost entrenamiento, 
como se muestra en el siguiente ejemplo de código. Puede detectar automáticamente el URI de la 
imagen del algoritmo CatBoost integrado mediante la SageMaker image_uris.retrieve API (o 
la get_image_uri API si utiliza Amazon SageMaker Python SDK versión 2).

Tras especificar el URI de la CatBoost imagen, puede utilizar el CatBoost contenedor para crear 
un estimador mediante la API Estimator e iniciar un SageMaker trabajo de formación. El algoritmo 
CatBoost integrado se ejecuta en modo script, pero el script de entrenamiento se proporciona 
automáticamente y no es necesario reemplazarlo. Si tiene una amplia experiencia en el uso del 
modo guion para crear un trabajo de SageMaker formación, puede incorporar sus propios guiones 
de CatBoost formación.

from sagemaker import image_uris, model_uris, script_uris

Uso de algoritmos integrados 2782

https://catboost.ai/
https://sagemaker.readthedocs.io


Amazon SageMaker Guía para desarrolladores

train_model_id, train_model_version, train_scope = "catboost-classification-model", 
 "*", "training"
training_instance_type = "ml.m5.xlarge"

# Retrieve the docker image
train_image_uri = image_uris.retrieve( 
    region=None, 
    framework=None, 
    model_id=train_model_id, 
    model_version=train_model_version, 
    image_scope=train_scope, 
    instance_type=training_instance_type
)

# Retrieve the training script
train_source_uri = script_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 script_scope=train_scope
)

train_model_uri = model_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 model_scope=train_scope
)

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tabular_multiclass/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
train"
validation_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
validation"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tabular-training"

s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

from sagemaker import hyperparameters

# Retrieve the default hyperparameters for training the model
hyperparameters = hyperparameters.retrieve_default( 

Uso de algoritmos integrados 2783



Amazon SageMaker Guía para desarrolladores

    model_id=train_model_id, model_version=train_model_version
)

# [Optional] Override default hyperparameters with custom values
hyperparameters[ 
    "iterations"
] = "500"
print(hyperparameters)

from sagemaker.estimator import Estimator
from sagemaker.utils import name_from_base

training_job_name = name_from_base(f"built-in-algo-{train_model_id}-training")

# Create SageMaker Estimator instance
tabular_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location
)

# Launch a SageMaker Training job by passing the S3 path of the training data
tabular_estimator.fit( 
    { 
        "training": training_dataset_s3_path, 
        "validation": validation_dataset_s3_path, 
    }, logs=True, job_name=training_job_name
)

Para obtener más información sobre cómo configurarlo CatBoost como un algoritmo integrado, 
consulte los siguientes ejemplos de cuadernos.

• Clasificación tabular con Amazon SageMaker LightGBM y algoritmo CatBoost

• Regresión tabular con Amazon SageMaker LightGBM y algoritmo CatBoost

Uso de algoritmos integrados 2784

https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/lightgbm_catboost_tabular/Amazon_Tabular_Classification_LightGBM_CatBoost.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/lightgbm_catboost_tabular/Amazon_Tabular_Regression_LightGBM_CatBoost.ipynb


Amazon SageMaker Guía para desarrolladores

Interfaz de entrada y salida para el algoritmo CatBoost

La potenciación de gradientes funciona en los datos tabulares, con las filas que representan 
observaciones, una columna que representa la variable de destino o la etiqueta, y las columnas 
restantes que representan las características.

La SageMaker implementación del CSV CatBoost es compatible con el entrenamiento y la inferencia:

• Para el entrenamiento ContentType, las entradas válidas deben ser texto/csv.

• Para la inferencia ContentType, las entradas válidas deben ser text/csv.

Note

Para la capacitación de CSV, el algoritmo asume la variable de destino en la primera 
columna y ese CSV no dispone de un registro de encabezado.
Para la inferencia de CSV, el algoritmo asume que la entrada de CSV no dispone de la 
columna de etiqueta.

Formato de entrada para los datos de entrenamiento, los datos de validación y las características 
categóricas

Ten cuidado con el formato de los datos de entrenamiento para introducirlos en el modelo. CatBoost 
Debe proporcionar la ruta a un bucket de Amazon S3 que contenga los datos de entrenamiento 
y de validación. También puede incluir una lista de características categóricas. Utilice los canales
training y validation para proporcionar los datos de entrada. o utilice solo el canal training
si lo prefiere.

Uso de ambos canales (training y validation)

Puede proporcionar los datos de entrada mediante dos rutas S3, una para el canal training y otra 
para el canal validation. Cada ruta S3 puede ser un prefijo S3 que apunte a uno o más archivos 
CSV, o una ruta S3 completa que apunte a un archivo CSV específico. Las variables de destino 
deben estar en la primera columna del archivo CSV. Las variables predictoras (características) deben 
estar en las columnas restantes. Si se proporcionan varios archivos CSV para los validation
canales training o, el CatBoost algoritmo concatena los archivos. Los datos de validación se 
utilizan para calcular una puntuación de validación al final de cada iteración de potenciación. Hay una 
interrupción anticipada cuando la puntuación de validación deja de mejorar.
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Si los predictores incluyen características categóricas, puede proporcionar un archivo JSON con 
el nombre categorical_index.json en la misma ubicación que los archivos de datos de 
entrenamiento. Si proporciona un archivo JSON para las características categóricas, el canal
training debe apuntar a un prefijo S3, y no a un archivo CSV específico. Este archivo debe 
contener un diccionario de Python donde la clave sea la cadena "cat_index_list" y el valor 
sea una lista de enteros únicos. Cada número entero de la lista de valores debe indicar el índice 
de columnas de las características categóricas correspondientes en el archivo CSV de datos de 
entrenamiento. Cada valor debe ser un entero positivo (mayor de cero, ya que cero representa 
el valor objetivo), menor que el Int32.MaxValue (2147483647) y menor que el número total de 
columnas. Solo debe haber un archivo JSON de índice categórico.

Uso del canal training exclusivamente

También puede proporcionar sus datos de entrada mediante una única ruta S3 para el canal
training. Esta ruta S3 debe apuntar a un directorio con un subdirectorio denominado
training/ que contenga uno o más archivos CSV. Si lo desea, puede incluir otro subdirectorio 
en la misma ubicación, denominado validation/, que también tenga uno o más archivos 
CSV. Si no se proporcionan los datos de validación, se toma una muestra aleatoria del 20 % 
de los datos de entrenamiento para que ejerzan como datos de validación. Si los predictores 
contienen características categóricas, puede proporcionar un archivo JSON con el nombre
categorical_index.json en la misma ubicación que los subdirectorios de datos.

Note

En el modo de entrada de entrenamiento de CSV, la memoria total disponible para 
el algoritmo (el recuento de instancias multiplicado por la memoria disponible en
InstanceType) debe poder contener el conjunto de datos de entrenamiento.

SageMaker CatBoost usa los catboost.CatBoostRegressor módulos
catboost.CatBoostClassifier y para serializar o deserializar el modelo, que se pueden usar 
para guardar o cargar el modelo.

Para usar un modelo entrenado con SageMaker CatBoost catboost

• Utilice el siguiente código de Python:

import tarfile
from catboost import CatBoostClassifier
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t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

file_path = os.path.join(model_file_path, "model")
model = CatBoostClassifier()
model.load_model(file_path)

# prediction with test data
# dtest should be a pandas DataFrame with column names feature_0, feature_1, ..., 
 feature_d
pred = model.predict(dtest) 

Recomendación de instancia de Amazon EC2 para el algoritmo CatBoost

SageMaker CatBoost actualmente solo entrena con CPU. CatBoost es un algoritmo limitado a la 
memoria (a diferencia de un algoritmo limitado a la computación). Por lo tanto, una instancia de 
computación de uso general (por ejemplo, M5) es una opción mejor que una instancia optimizada 
para la computación (por ejemplo, C5). Además, recomendamos que disponga de suficiente memoria 
en total en las instancias seleccionadas para almacenar los datos de capacitación.

CatBoost cuadernos de muestra

La siguiente tabla describe una variedad de cuadernos de muestra que abordan diferentes casos de 
uso del SageMaker CatBoost algoritmo de Amazon.

Título del cuaderno Descripción

Clasificación tabular con Amazon SageMaker 
LightGBM y algoritmo CatBoost

Este cuaderno muestra el uso del SageMaker 
CatBoost algoritmo de Amazon para entrenar y 
alojar un modelo de clasificación tabular.

Regresión tabular con Amazon SageMaker 
LightGBM y algoritmo CatBoost

Este cuaderno muestra el uso del SageMaker 
CatBoost algoritmo de Amazon para entrenar y 
alojar un modelo de regresión tabular.

Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a 
ellas, que puede utilizar para ejecutar el ejemplo, consulte. SageMaker Instancias de Amazon 
SageMaker Notebook Tras crear una instancia de bloc de notas y abrirla, seleccione la pestaña
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SageMakerEjemplos para ver una lista de todos los ejemplos. SageMaker Para abrir un bloc de 
notas, elija su pestaña Usar y elija Crear copia.

¿Cómo CatBoost funciona

CatBoost implementa un algoritmo convencional de árbol de decisiones para impulsar el gradiente 
(GBDT) con la adición de dos avances algorítmicos fundamentales:

1. La implementación de la potenciación ordenada, una alternativa al algoritmo clásico basada en 
permutaciones

2. Un algoritmo innovador para procesar características categóricas

Ambas técnicas se crearon para combatir un cambio de predicción provocado por un tipo especial de 
fuga de objetivo presente en todas las implementaciones actuales de algoritmos de potenciación por 
gradiente.

El CatBoost algoritmo tiene un buen rendimiento en las competiciones de aprendizaje automático 
debido a su buen manejo de una variedad de tipos de datos, relaciones y distribuciones y a la 
diversidad de hiperparámetros que se pueden ajustar con precisión. Se puede utilizar CatBoost para 
problemas de regresión, clasificación (binaria y multiclase) y clasificación.

Para obtener más información sobre la potenciación por gradiente, consulte Funcionamiento de 
XGBoost. Para obtener información detallada sobre las técnicas adicionales de GOSS y EFB 
utilizadas en el CatBoost método, consulte CatBoost: aumento imparcial con características 
categóricas.

CatBoost hiperparámetros

La siguiente tabla contiene el subconjunto de hiperparámetros que se requieren o se utilizan con 
más frecuencia para el algoritmo de Amazon SageMaker CatBoost . Los usuarios establecen 
estos parámetros para facilitar la estimación de los parámetros del modelo a partir de los datos. El 
SageMaker CatBoost algoritmo es una implementación del paquete de código abierto CatBoost.

Note

Los hiperparámetros predeterminados se basan en conjuntos de datos de ejemplo de
CatBoost cuadernos de muestra.
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De forma predeterminada, el SageMaker CatBoost algoritmo elige automáticamente una métrica de 
evaluación y una función de pérdida en función del tipo de problema de clasificación. El CatBoost 
algoritmo detecta el tipo de problema de clasificación en función del número de etiquetas de los 
datos. Para los problemas de regresión, las funciones de pérdida y métrica de evaluación son la 
raíz del error cuadrático medio. Para los problemas de clasificación binaria, la métrica de evaluación 
es el área bajo la curva (AUC) y la función de pérdida es la pérdida logarítmica (log loss). Para los 
problemas de clasificación multiclase, la métrica de evaluación y las funciones de pérdida son la 
entropía cruzada multiclase. Puede usar el hiperparámetro eval_metric para cambiar la métrica 
de evaluación predeterminada. Consulte la siguiente tabla para obtener más información sobre los 
hiperparámetros en LightGBM, lo que incluye las descripciones, los valores válidos y los valores 
predeterminados.

Nombre del parámetro Descripción

iterations La cantidad máxima de árboles que se puede construir.

Valores válidos: entero positivo.

Valor predeterminado: 500.

early_stopping_rou 
nds

El entrenamiento se detendrá si una métrica de un punto de 
datos de validación no mejora en la última ronda early_sto 
pping_rounds . Si early_stopping_rounds  es inferior 
o igual a cero, se omite este hiperparámetro.

Valores válidos: número entero

Valor predeterminado: 5.

eval_metric Métricas de evaluación de los datos de validación. Si
eval_metric  se establece en el valor "auto" predeterm 
inado, el algoritmo elige automáticamente una métrica de 
evaluación en función del tipo de problema de clasificación:

• "RMSE" para la regresión

• "AUC" para la clasificación binaria

• "MultiClass"  para la clasificación multiclase
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Nombre del parámetro Descripción

Valores válidos: cadena; consulte la CatBoost documentación 
para ver los valores válidos.

Valor predeterminado: "auto".

learning_rate La velocidad a la que se actualizan los pesos del modelo 
después de pasar por cada lote de ejemplos de entrenamiento.

Valores válidos: flotante, rango (0.0, 1.0).

Valor predeterminado: 0.009.

depth Profundidad del árbol.

Valores válidos: entero, rango (1, 16).

Valor predeterminado: 6.

l2_leaf_reg Coeficiente del término de regularización L2 de la función de 
coste.

Valores válidos: entero positivo.

Valor predeterminado: 3.

random_strength La cantidad de asignación al azar que se utilizará para puntuar 
las divisiones cuando se selecciona la estructura de árbol. 
Utilice este parámetro para evitar sobreajustar el modelo.

Valores válidos: flotante, rango (número de coma flotante 
positivo).

Valor predeterminado: 1.0.

max_leaves El número máximo de hojas en el árbol resultante. Solo se 
puede usar con la política de cultivo "Lossguide" .

Valores válidos: entero, rango [2, 64].

Valor predeterminado: 31.
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Nombre del parámetro Descripción

rsm Método de subespacio aleatorio. El porcentaje de caracterí 
sticas que se van a utilizar en cada selección dividida cuando 
las características se vuelven a seleccionar de forma aleatoria.

Valores válidos: flotante, rango (0.0, 1.0).

Valor predeterminado: 1.0.

sampling_frequency Frecuencia con la que tomar muestras de ponderaciones y 
objetos al construir árboles.

Valores válidos: cadena ("PerTreeLevel"  o "PerTree" ).

Valor predeterminado: "PerTreeLevel" .

min_data_in_leaf El número mínimo de muestras de entrenamiento en una 
hoja. CatBoost no busca nuevas divisiones en las hojas con 
un recuento de muestras inferior al valor especificado. Solo 
se puede usar con las políticas de cultivo "Lossguide"  y
"Depthwise" .

Valores válidos: entero, rango (1 o ∞).

Valor predeterminado: 1.

bagging_temperature Define la configuración del arranque bayesiano. Use el arranque 
bayesiano para asignar ponderaciones aleatorias a los objetos. 
Si bagging_temperature  se establece en 1.0, las 
ponderaciones se muestrean a partir de una distribución 
exponencial. Si bagging_temperature  se establece en
0.0, todas las ponderaciones serán 1,0.

Valores válidos: número flotante no negativo.

Valor predeterminado: 1.0.
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Nombre del parámetro Descripción

boosting_type El esquema de potenciación. “Automático” significa que
boosting_type  se selecciona en función del tipo de unidad 
de procesamiento, el número de objetos del conjunto de datos 
de entrenamiento y el modo de aprendizaje seleccionado.

Valores válidos: cadena ("Auto", "Ordered"  o "Plain").

Valor predeterminado: "Auto".

scale_pos_weight La ponderación de la clase positiva en la clasificación binaria. El 
valor se utiliza como multiplicador de las ponderaciones de los 
objetos de clase positiva.

Valores válidos: número flotante positivo.

Valor predeterminado: 1.0.

max_bin El número de divisiones de las características numéricas.
"Auto" significa que max_bin se selecciona en función del tipo 
de unidad de procesamiento y otros parámetros. Para obtener 
más información, consulte la CatBoost documentación.

Valores válidos: cadena ("Auto" o cadena de números enteros 
desde "1" hasta "65535", ambos incluidos).

Valor predeterminado: "Auto".

grow_policy Política de cultivo de árboles. Define cómo llevar a cabo una 
construcción ambiciosa de árboles.

Valores válidos: cadena ("SymmetricTree" , "Depthwise"
o "Lossguide" ).

Valor predeterminado: "SymmetricTree" .
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Nombre del parámetro Descripción

random_seed La semilla aleatoria utilizada para el entrenamiento.

Valores válidos: número entero no negativo.

Valor predeterminado: 1.0.

thread_count La cantidad de subprocesos que se va a utilizar durante el 
entrenamiento. Si thread_count  es -1, la cantidad de 
subprocesos es igual a la cantidad de núcleos de procesador.
thread_count  no puede ser 0.

Valores válidos: un número entero (-1 o un entero positivo).

Valor predeterminado: -1.

verbose La verbosidad de los mensajes de impresión; los niveles más 
altos corresponden a declaraciones de impresión más detallada 
s.

Valores válidos: entero positivo.

Valor predeterminado: 1.

Ajuste un CatBoost modelo

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando distintas tareas que prueban una serie de hiperparámetros 
en los conjuntos de datos de validación y entrenamiento. El ajuste del modelo se centra en los 
siguientes hiperparámetros:

Note

La función de pérdida de aprendizaje se asigna automáticamente en función del tipo de tarea 
de clasificación, que viene determinada por el número de enteros únicos de la columna de 
etiquetas. Para obtener más información, consulte CatBoost hiperparámetros.
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• Una función de pérdida de aprendizaje que se debe optimizar durante el entrenamiento con 
modelos.

• Una métrica de evaluación que se utiliza para evaluar el rendimiento del modelo durante la 
validación.

• Un conjunto de hiperparámetros y un rango de valores para emplear al ajustar el modelo 
automáticamente.

El ajuste de modelo automático busca los hiperparámetros elegidos con el objetivo de encontrar 
una combinación de valores que genere un modelo capaz de optimizar la métrica de evaluación 
seleccionada.

Note

El ajuste automático de modelos solo CatBoost está disponible en los SageMaker SDK de 
Amazon, no en la SageMaker consola.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas de evaluación calculadas por el algoritmo CatBoost

El SageMaker CatBoost algoritmo calcula las siguientes métricas para utilizarlas en la validación 
del modelo. La métrica de evaluación se asigna automáticamente en función del tipo de tarea de 
clasificación, que viene determinada por el número de enteros únicos en la columna de etiqueta.

Nombre de 
métrica

Descripción Dirección de 
optimización

Patrón de 
expresiones 
regulares

RMSE raíz del error cuadrático medio minimizar "bestTest 
= ([0-9\\.] 
+)"

MAE error absoluto medio minimizar "bestTest 
= ([0-9\\.] 
+)"
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Nombre de 
métrica

Descripción Dirección de 
optimización

Patrón de 
expresiones 
regulares

MedianAbs 
oluteError

error absoluto mediano minimizar "bestTest 
= ([0-9\\.] 
+)"

R2 puntuación r2 maximizar "bestTest 
= ([0-9\\.] 
+)"

Logloss entropía cruzada binaria maximizar "bestTest 
= ([0-9\\.] 
+)"

Precision precisión maximizar "bestTest 
= ([0-9\\.] 
+)"

Recall exhaustividad maximizar "bestTest 
= ([0-9\\.] 
+)"

F1 puntuación f1 maximizar "bestTest 
= ([0-9\\.] 
+)"

AUC puntuación auc maximizar "bestTest 
= ([0-9\\.] 
+)"

MultiClass entropía cruzada multiclase maximizar "bestTest 
= ([0-9\\.] 
+)"
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Nombre de 
métrica

Descripción Dirección de 
optimización

Patrón de 
expresiones 
regulares

Accuracy precisión maximizar "bestTest 
= ([0-9\\.] 
+)"

BalancedA 
ccuracy

precisión equilibrada maximizar "bestTest 
= ([0-9\\.] 
+)"

Hiperparámetros ajustables CatBoost

Ajuste el CatBoost modelo con los siguientes hiperparámetros. Los hiperparámetros que tienen 
el mayor efecto en la optimización de las métricas de CatBoost evaluación son:learning_rate,
depthl2_leaf_reg, y. random_strength Para obtener una lista de todos los CatBoost 
hiperparámetros, consulte. CatBoost hiperparámetros

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRanges MinValue: 0,001, 
MaxValue: 0,01

depth IntegerParameterRanges MinValue: 4, 
MaxValue 10

l2_leaf_reg IntegerParameterRanges MinValue: 2, 
MaxValue 10

random_strength ContinuousParameterRanges MinValue: 0, 
MaxValue 10
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Algoritmo de máquinas de factorización

El algoritmo de máquinas de factorización es un algoritmo de aprendizaje supervisado de uso 
general que puede utilizar para tareas de clasificación y regresión. Es una extensión de un modelo 
lineal que se ha diseñado para capturar de manera económica interacciones entre características 
dentro de conjuntos de datos dispersos de grandes dimensiones. Por ejemplo, en un sistema de 
predicción de clics, el modelo de máquinas de factorización puede capturar los patrones de tasas 
de clics observados cuando los anuncios de una determinada categoría de anuncios se colocan 
en páginas de una categoría de página específica. Las máquinas de factorización son una buena 
opción para las tareas que tratan con conjuntos de datos dispersos de grandes dimensiones, como la 
recomendación de productos y predicciones de clics.

Note

La implementación de Amazon SageMaker del algoritmo de máquinas de factorización 
considera solo las interacción por pares (segundo orden) entre características.

Temas

• Interfaz de entrada/salida para el algoritmo de máquinas de factorización

• Recomendación de la instancia EC2 para el algoritmo de máquinas de factorización

• Cuadernos de ejemplo de máquinas de factorización

• Funcionamiento de las máquinas de factorización

• Hiperparámetros de máquinas de factorización

• Ajuste de un modelo de máquinas de factorización

• Formatos de respuesta de máquinas de factorización

Interfaz de entrada/salida para el algoritmo de máquinas de factorización

El algoritmo de máquinas de factorización se puede ejecutar en el modo de regresión o en el modo 
de clasificación binaria. En cada modo, puede proporcionarse un conjunto de datos en el canal de
prueba junto con el conjunto de datos de canal de capacitación. La puntuación depende del modo 
utilizado. En el modo de regresión, el conjunto de datos de prueba se puntúa mediante la desviación 
cuadrática media (RMSE, Root Mean Square Error). En el modo de clasificación binario, el conjunto 
de datos de prueba se puntúa mediante la entropía cruzada binaria (pérdida de registro), la precisión 
(umbral = 0,5) y la puntuación F1 (umbral = 0,5).
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Para el entrenamiento, el algoritmo de máquinas de factorización admite actualmente solo el formato
recordIO-protobuf con tensores Float32. Puesto que su caso de uso es predominante en 
los datos dispersos, CSV no es un buen candidato. La capacitación de los modos File y Pipe es 
compatible con el formato protobuf integrado recordIO.

Para la inferencia, el algoritmo de máquinas de factorización admite los formatos application/
json y x-recordio-protobuf.

• Para el problema de clasificación binaria, el algoritmo predice una puntuación y una etiqueta. La 
etiqueta es un número y puede ser 0 o 1. La puntuación es un número que indica en qué medida 
el algoritmo cree que la etiqueta debe ser 1. El algoritmo calcula la puntuación en primer lugar y, a 
continuación, obtiene la etiqueta del valor de puntuación. Si la puntuación superior o igual a 0,5, la 
etiqueta es 1.

• Para el problema de regresión, solo se devuelve una puntuación y es el valor esperado. Por 
ejemplo, si se utiliza máquinas de factorización para predecir una calificación de película, la 
puntuación es el valor de calificación esperado.

Consulte Cuadernos de ejemplo de máquinas de factorización para obtener más información sobre 
capacitación y los formatos de archivo de inferencia.

Recomendación de la instancia EC2 para el algoritmo de máquinas de factorización

El algoritmo de máquinas de factorización de Amazon SageMaker es muy escalable y puede 
entrenarse entre instancias distribuidas. Recomendamos realizar la capacitación y la inferencia con 
instancias de CPU para los conjuntos de datos dispersos y densos. En determinadas circunstancias, 
la capacitación con uno o más GPU en datos densos puede proporcionar algunos beneficios. La 
capacitación con GPU está disponible solo en datos densos. Utilice las instancias de CPU para los 
datos dispersos. El algoritmo de máquinas de factorización admite instancias P2, P3, G4dn y G5 
para el entrenamiento y la inferencia.

Cuadernos de ejemplo de máquinas de factorización

Si desea ver un cuaderno de ejemplo que utiliza el algoritmo de máquinas de factorización de 
SageMaker para analizar las imágenes de dígitos escritos a mano de cero a nueve en el conjunto 
de datos MNIST, consulte An Introduction to Factorization Machines with MNIST. Para obtener 
instrucciones sobre cómo crear instancias de cuadernos de Jupyter que pueda utilizar para ejecutar 
el ejemplo en SageMaker, consulte Instancias de Amazon SageMaker Notebook. Una vez que haya 
creado una instancia de cuaderno y la haya abierto, seleccione la pestaña Ejemplos de SageMaker
para ver una lista de todas las muestras de SageMaker. Los cuadernos de ejemplo del algoritmo de 
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máquinas de factorización se encuentran en la sección Introducción a los algoritmos de Amazon. 
Para abrir un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear 
copia).

Funcionamiento de las máquinas de factorización

La tarea de predicción para un modelo de máquinas de factorización es calcular una función ŷ desde 
un conjunto de características xi a un dominio de destino. Este dominio es de valor real para la 
regresión y binario para la clasificación. El modelo de máquinas de factorización se supervisa, por 
lo que tiene un conjunto de datos de entrenamiento (xi,yj) disponible. Las ventajas de este modelo 
están en la forma en que utiliza una parametrización factorizada para capturar las interacciones de 
características por par. Puede representarse matemáticamente tal y como se indica a continuación:

Los tres términos en esta ecuación corresponden, respectivamente, a los tres componentes del 
modelo:

• El término w0 representa el sesgo global.

• Los plazos lineales wi modelan la intensidad de la variable número i.

• Los plazos de factorización <vi,vj> modelan la interacción de par entre las variables número i y j.

Los plazos lineales y de sesgo globales son los mismos que en el modelo lineal. Las interacciones 
de características por pares se modelan en el tercer plazo como el producto interno de los factores 
correspondientes aprendidos para cada característica. Los factores aprendidos pueden considerarse 
también vectores de integración para cada característica. Por ejemplo, en una tarea de clasificación, 
si un par de características suele darse con más frecuencia en muestras etiquetadas positivas, el 
producto interno de sus factores debería ser grande. Es decir, los vectores de integración deberían 
estar próximos en la similaridad de coseno. Para obtener más información sobre el modelo de 
máquinas de factorización, consulte Factorization Machines.

Para las tareas de regresión, se realiza el entrenamiento del modelo minimizando el error cuadrático 
entre la predicción del modelo ŷn y el valor de destino yn. Esto se denomina la pérdida cuadrada:

Para una tarea de clasificación, el modelo se capacita minimizando la pérdida de entropía cruzada, 
conocida también como pérdida de registro:
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donde:

Para obtener más información acerca de funciones de pérdida para la clasificación, consulte la 
página sobre funciones de pérdida para clasificación.

Hiperparámetros de máquinas de factorización

La siguiente tabla contiene los hiperparámetros para el algoritmo de máquinas de factorización. 
Estos son los parámetros que establecen los usuarios para facilitar la estimación de los parámetros 
del modelo a partir de los datos. Los hiperparámetros necesarios que deben establecerse se 
enumerarán en primer lugar, en orden alfabético. Los hiperparámetros opcionales que se pueden 
establecer aparecen a continuación en la lista, también en orden alfabético.

Nombre del parámetro Descripción

feature_dim La dimensión del espacio de características de entrada. Podría 
tener un valor alto con la entrada dispersa.

Obligatorio

Valores válidos: número entero positivo Rango de valor 
sugerido: [10000,10000000]

num_factors La dimensionalidad de la factorización.

Obligatorio

Valores válidos: número entero positivo Rango de valores 
sugerido: [2,1000], 64 normalmente genera buenos resultados y 
es un buen punto de partida.

predictor_type El tipo de elemento de predicción.

• binary_classifier : para tareas de clasificación binaria

• regressor : para tareas de regresión.
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Nombre del parámetro Descripción

Obligatorio

Valores válidos: String binary_classifier  o regressor

bias_init_method El método de inicialización para el plazo de sesgo:

• normal: inicializa las ponderaciones con valores aleatorios 
de muestra desde una distribución normal con una media de 
cero y una desviación estándar especificada por bias_init 
_sigma .

• uniform: inicializa las ponderaciones con valores aleatorio 
s de muestra uniforme desde un rango especificado por 
[-bias_init_scale , +bias_init_scale ].

• constant: inicializa las ponderaciones en un valor escalar 
especificado por bias_init_value .

Opcional

Valores válidos: uniform, normal o constant

Valor predeterminado: normal

bias_init_scale Rango de la inicialización del plazo de sesgo. Surte efecto si
bias_init_method  está establecido en uniform.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: ninguno
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Nombre del parámetro Descripción

bias_init_sigma La desviación estándar para la inicialización del plazo de sesgo. 
Surte efecto si bias_init_method  está establecido en
normal.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: 0.01

bias_init_value El valor inicial del plazo de sesgo. Surte efecto si bias_init 
_method  está establecido en constant.

Opcional

Valores válidos: número flotante. Rango de valor sugerido: 
[1e-8, 512]

Valor predeterminado: ninguno

bias_lr La tasa de aprendizaje para el plazo de sesgo.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: 0.1

bias_wd El decremento de ponderación para el plazo de sesgo.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: 0.01
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Nombre del parámetro Descripción

clip_gradient Parámetro del optimizador de recorte de gradientes. Recorta 
el gradiente proyectándolo en el intervalo [-clip_gradient , 
+clip_gradient ].

Opcional

Valores válidos: número flotante

Valor predeterminado: ninguno

epochs El número de fechas de inicio de capacitación que ejecutar.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1

eps Parámetro de valores epsilon para evitar la división por 0.

Opcional

Valores válidos: número flotante. Valor sugerido: pequeño.

Valor predeterminado: ninguno
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Nombre del parámetro Descripción

factors_init_method El método de inicialización para los plazos de factorización:

• normal: inicializa las ponderaciones con valores aleatorios 
de muestra desde una distribución normal con una media de 
cero y una desviación estándar especificada por factors_i 
nit_sigma .

• uniform: inicializa las ponderaciones con valores aleatorio 
s de muestra uniforme desde un rango especificado por 
[-factors_init_scale , +factors_init_scale ].

• constant: inicializa las ponderaciones en un valor escalar 
especificado por factors_init_value .

Opcional

Valores válidos: uniform, normal o constant.

Valor predeterminado: normal

factors_init_scale El rango de la inicialización de los plazos de factorización. 
Surte efecto si factors_init_method  está establecido en
uniform.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: ninguno
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Nombre del parámetro Descripción

factors_init_sigma La desviación estándar para la inicialización de los plazos de 
factorización. Surte efecto si factors_init_method  está 
establecido en normal.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: 0.001

factors_init_value El valor inicial de los plazos de factorización. Surte efecto si
factors_init_method  está establecido en constant.

Opcional

Valores válidos: número flotante. Rango de valor sugerido: 
[1e-8, 512]

Valor predeterminado: ninguno

factors_lr La tasa de aprendizaje para los plazos de factorización.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: 0.0001

factors_wd El decremento de ponderación para los plazos de factorización.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: 0.00001
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Nombre del parámetro Descripción

linear_lr La tasa de aprendizaje para plazos lineales.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: 0.001

linear_init_method El método de inicialización para los plazos lineales:

• normal: inicializa las ponderaciones con valores aleatorios 
de muestra desde una distribución normal con una media de 
cero y una desviación estándar especificada por linear_in 
it_sigma .

• uniform: inicializa las ponderaciones con valores aleatorio 
s de muestra uniforme desde un rango especificado por 
[-linear_init_scale , +linear_init_scale ].

• constant: inicializa las ponderaciones en un valor escalar 
especificado por linear_init_value .

Opcional

Valores válidos: uniform, normal o constant.

Valor predeterminado: normal

linear_init_scale Rango de la inicialización de los plazos lineales. Surte efecto si
linear_init_method  está establecido en uniform.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: ninguno
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Nombre del parámetro Descripción

linear_init_sigma La desviación estándar para la inicialización de los plazos 
lineales. Surte efecto si linear_init_method  está 
establecido en normal.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: 0.01

linear_init_value El valor inicial de los plazos lineales. Surte efecto si se 
establece linear_init_method  en constante.

Opcional

Valores válidos: número flotante. Rango de valor sugerido: 
[1e-8, 512]

Valor predeterminado: ninguno

linear_wd El decremento de ponderación para los plazos lineales.

Opcional

Valores válidos: número flotante no negativo Rango de valor 
sugerido: [1e-8, 512]

Valor predeterminado: 0.001

mini_batch_size El tamaño del minilote utilizado para la capacitación.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1000
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Nombre del parámetro Descripción

rescale_grad Parámetro del optimizador de reescalado de gradientes. Si 
se establece, multiplica el gradiente con rescale_grad
antes de la actualización. Seleccione con frecuencia que sea 
1,0/batch_size .

Opcional

Valores válidos: número flotante

Valor predeterminado: ninguno

Ajuste de un modelo de máquinas de factorización

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas computadas por el algoritmo de máquinas de factorización

El algoritmo de máquinas de factorización tiene tipos de predictores de regresión y de clasificación 
binaria. El tipo de predictor determina qué tipo de métrica puede utilizar para el ajuste de un modelo 
automático. El algoritmo informa de una métrica de regresor test:rmse, que se calcula durante la 
capacitación. Al ajustar el modelo para las tareas de regresión, elija esta métrica como el objetivo.

Nombre de métrica Descripción Dirección de 
optimización

test:rmse Error cuadrado medio raíz Minimizar
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El algoritmo de máquinas de factorización notifica tres métricas de clasificación binaria que se 
calculan durante el entrenamiento. Al ajustar el modelo para tareas de clasificación binaria, elija una 
de estas como el objetivo.

Nombre de métrica Descripción Dirección de 
optimización

test:bina 
ry_classi 
fication_ 
accuracy

Accuracy Maximizar

test:bina 
ry_classi 
fication_ 
cross_entropy

Entropía cruzada Minimizar

test:bina 
ry_f_beta

Beta Maximizar

Hiperparámetros ajustables de máquinas de factorización

Es posible ajustar los siguientes hiperparámetros para el algoritmo de máquinas de factorización. Los 
parámetros de inicialización que contienen los términos sesgo, lineal y factorización dependen de 
su método de inicialización. Existen tres métodos de inicialización: uniform, normal y constant. 
No es posible ajustar estos métodos de inicialización. Los parámetros que se pueden ajustar 
dependen de esta opción del método de inicialización. Por ejemplo, si el método de inicialización 
es uniform, solo se pueden ajustar los parámetros correspondientes a scale. En concreto, 
si bias_init_method==uniform, entonces bias_init_scale, linear_init_scale y
factors_init_scale se pueden ajustar. De manera parecida, si el método de inicialización 
es normal, solo se pueden ajustar los parámetros correspondientes a sigma. Si el método de 
inicialización es constant, solo se pueden ajustar los parámetros correspondientes a value. Estas 
dependencias se enumeran en la siguiente tabla.
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Nombre del 
parámetro

Tipo de parámetro Intervalos 
recomendados

Dependenc 
ia

bias_init 
_scale

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
uniform

bias_init 
_sigma

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
normal

bias_init 
_value

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
constant

bias_lr ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Ninguno

bias_wd ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Ninguno

epoch IntegerParameterRange MinValue: 1, 
MaxValue: 1000

Ninguno

factors_i 
nit_scale

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
uniform

factors_i 
nit_sigma

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
normal

factors_i 
nit_value

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
constant

factors_lr ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Ninguno
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Nombre del 
parámetro

Tipo de parámetro Intervalos 
recomendados

Dependenc 
ia

factors_wd ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512]

Ninguno

linear_in 
it_scale

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
uniform

linear_in 
it_sigma

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
normal

linear_in 
it_value

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
constant

linear_lr ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Ninguno

linear_wd ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Ninguno

mini_batc 
h_size

IntegerParameterRange MinValue: 100, 
MaxValue: 10000

Ninguno

Formatos de respuesta de máquinas de factorización

Formato de respuesta JSON

Clasificación binaria

let response =   { 
    "predictions":    [ 
        { 
            "score": 0.4, 
            "predicted_label": 0 
        }  
    ]
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}

Regresión

let response =   { 
    "predictions":    [ 
        { 
            "score": 0.4 
        }  
    ]
}

Formato de respuesta JSONLINES

Clasificación binaria

{"score": 0.4, "predicted_label": 0}

Regresión

{"score": 0.4}

Formato de respuesta RECORDIO

Clasificación binaria

[ 
    Record = { 
        features = {}, 
        label = { 
            'score’: { 
                keys: [], 
                values: [0.4]  # float32 
            }, 
            'predicted_label': { 
                keys: [], 
                values: [0.0]  # float32 
            } 
        } 
    }
]
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Regresión

[ 
    Record = { 
        features = {}, 
        label = { 
            'score’: { 
                keys: [], 
                values: [0.4]  # float32 
            }    
        } 
    }
]

Algoritmo k vecinos más próximos (k-NN) (K-Nearest Neighbors)

El algoritmo Amazon SageMaker K-Nearest Neighbors (k-NN) es un algoritmo basado en índice. 
Utiliza un método no paramétrico para la clasificación o regresión. Para los problemas de 
clasificación, el algoritmo consulta los k puntos que están más próximos al punto de muestra y 
devuelve la etiqueta que se utiliza con más frecuencia de su clase como la etiqueta predicha. Para 
los problemas de regresión, el algoritmo consulta los k puntos que están más próximos al punto de 
muestra y devuelve la media de sus valores característica como el valor predicho.

La capacitación con el algoritmo k-NN tiene tres pasos: muestreo, reducción de dimensión y 
construcción de índice. El muestreo reduce el tamaño del conjunto de datos inicial para que 
se adapte en la memoria. Para la reducción de dimensión, el algoritmo disminuye la dimensión 
característica de los datos para reducir la huella del modelo k-NN en memoria y latencia de 
inferencia. Ofrecemos dos métodos de reducción de dimensión: proyección aleatoria y la 
transformación rápida de Johnson-Lindenstrauss. Por norma general, debe utilizar reducción de 
dimensión para conjuntos de datos de alto nivel dimensional (d > 1000) para evitar la "maldición 
de dimensionalidad" que perturba el análisis estadístico de datos que se vuelve disperso cuando 
aumenta la dimensionalidad. El objetivo principal de la capacitación de k-NN es construir el índice. 
El índice permite búsquedas eficientes de distancias entre puntos cuyos valores o etiquetas de clase 
todavía no se han determinado y los k puntos más próximos a utilizar para inferencia.

Temas

• Interfaz de entrada/salida para el Algoritmo k-NN

• Cuadernos de ejemplo de k-NN

• ¿Cómo funciona el Algoritmo k-NN?
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• Recomendación de la instancia EC2 para algoritmo k-NN

• Hiperparámetros k-NN

• Ajustar un modelo k-NN

• Formatos de datos para entrada de entrenamiento de k-NN

• Formatos de respuesta y solicitud k-NN

Interfaz de entrada/salida para el Algoritmo k-NN

SageMaker k-NN admite canales de datos de entrenamiento y de prueba.

• Utilice un canal de capacitación para los datos que desee muestrear y construir en el índice k-NN.

• Utilice un canal de prueba para emitir puntuaciones en archivos de registro. Las puntuaciones se 
enumeran como una línea por mini-lote: precisión para classifier, error cuadrático medio (mse)
regressor para puntuación.

Para capacitación de entradas, k-NN admite formatos de datos text/csv y application/x-
recordio-protobuf. Para tipo de entrada text/csv, las primeras columnas label_size se 
interpretan como el vector de etiqueta de esa fila. Puede usar el modo de archivo o el modo de 
canalización para capacitar modelos con datos con formato recordIO-wrapped-protobuf o CSV.

Para entradas de inferencia, k-NN admite los formatos de datos application/json,
application/x-recordio-protobuf y text/csv. El formato text/csv acepta un
label_size y parámetro de codificación. Presupone que label_size tiene un valor de 0 y la 
codificación es UTF-8.

Para salidas de inferencia, k-NN admite los formatos de datos application/json y
application/x-recordio-protobuf. Estos dos formatos de datos también son compatibles 
con el modo de salida detallado. En modo de salida detallado, la API proporciona los resultados de 
búsqueda con el vector de distancias ordenado de menor a mayor y los elementos correspondientes 
en el vector de las etiquetas.

Para transformar por lotes, k-NN admite el formato de datos application/jsonlines tanto para 
entrada como para salida. Un ejemplo de entrada sería el siguiente:

content-type: application/jsonlines

{"features": [1.5, 16.0, 14.0, 23.0]}
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{"data": {"features": {"values": [1.5, 16.0, 14.0, 23.0]}}

Un ejemplo de salida sería el siguiente:

accept: application/jsonlines

{"predicted_label": 0.0}
{"predicted_label": 2.0}

Para obtener más información acerca de formatos de archivo de entrada y salida, consulte Formatos 
de datos para entrada de entrenamiento de k-NN para la capacitación, Formatos de respuesta y 
solicitud k-NN para inferencia y Cuadernos de ejemplo de k-NN.

Cuadernos de ejemplo de k-NN

Para ver un cuaderno de muestra que utiliza el algoritmo SageMaker K-Nearest Neighbors para 
predecir tipos de cubiertas para exteriores a partir de datos del servicio geológico y forestal, consulte
K-Nearest Neighbor Covertype.

Utilice una instancia de cuaderno de Jupyter para ejecutar el ejemplo en SageMaker. Para obtener 
información sobre cómo crear y abrir una instancia de cuaderno de Jupyter en SageMaker, consulte
Instancias de Amazon SageMaker Notebook. Una vez que haya creado una instancia de cuaderno 
y la haya abierto, seleccione la pestaña Ejemplos de SageMaker para ver una lista de todos los 
cuadernos de ejemplo de SageMaker. Encuentra los blocs de notas de vecino k más próximo en 
la sección Introducción a los algoritmos de Amazon. Para abrir un bloc de notas, haga clic en la 
pestaña Use (Usar) y seleccione Create copy (Crear copia).

¿Cómo funciona el Algoritmo k-NN?

Paso 1:Muestreado

Para especificar el número total de puntos de datos que se van a muestrear a partir de conjuntos de 
datos de capacitación, utilice el parámetro sample_size. Por ejemplo, si el conjunto de datos inicial 
tiene 1000 puntos de datos y el sample_size se fija en 100, donde el número total de instancias es 
2, cada trabajador debería muestrear 50 puntos. Se recopilaría un conjunto total de 100 puntos de 
datos. El muestreo se ejecuta en tiempo lineal con respecto a la cantidad de puntos de datos.

Paso 2: Realizar reducción de dimensión

La implementación actual del algoritmo k-NN tiene dos métodos de reducción de dimensión. 
Especifique el método en el hiperparámetro dimension_reduction_type. El método sign
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especifica una proyección aleatoria, que utiliza una proyección lineal con una matriz de señales 
aleatorias y el método fjlt especifica una transformación rápida de Johnson-Lindenstrauss, un 
método basado en la transformación de Fourier. Ambos métodos conservan las distancias de 
producto interno y L2. El método fjlt debe utilizarse cuando la dimensión de destino es grande 
y tiene un mejor rendimiento con inferencia de CPU. Los métodos difieren en su complejidad 
informática. El método sign requiere tiempo O(ndk) para reducir la dimensión de un lote de n puntos 
de dimensión d en una dimensión de destino k. El método fjlt requiere tiempo O(nd log (d)), pero 
las constantes implicadas son mayores. El uso de reducción de dimensión introduce ruido en los 
datos y este ruido puede reducir la precisión de la predicción.

Paso 3: Construir un índice

Durante la inferencia, el algoritmo pregunta al índice por los k vecinos más próximos de un punto de 
muestra. En función de las referencias a los puntos, el algoritmo hace la clasificación o predicción de 
regresión. Hace la predicción en función de las etiquetas de clase o valores proporcionados. k-NN 
ofrece tres tipos diferentes de índices: un índice plano, un índice invertido y un índice invertido con 
cuantificación del producto. Especifique el tipo con el parámetro index_type.

Serializar el modelo

Cuando el algoritmo k-NN termina la capacitación, serializa tres archivos para preparar para realizar 
inferencias.

• model_algo-1: Contiene el índice serializado para computar los vecinos más próximos.

• model_algo-1.labels: Contiene etiquetas serializadas (formato binario np.float32) para computar la 
etiqueta predicha a partir del resultado de la consulta del índice.

• model_algo-1.json: Contiene el modelo con formato JSON que almacena los metadatos k e
predictor_type hiperparámetros de capacitación para inferencia junto con otros estados 
pertinentes.

Con la implementación actual de k-NN, puede modificar el archivo de metadatos para cambiar 
el modo en que se calculan las predicciones. Por ejemplo, puede cambiar k a 10 o cambiar
predictor_type a regresor.

{ 
  "k": 5, 
  "predictor_type": "classifier", 
  "dimension_reduction": {"type": "sign", "seed": 3, "target_dim": 10, "input_dim": 
 20}, 
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  "normalize": False, 
  "version": "1.0"
}

Recomendación de la instancia EC2 para algoritmo k-NN

Recomendamos entrenar en una instancia de CPU (como ml.m5.2xlarge) o en una instancia de 
GPU. El algoritmo k-NN admite las familias de instancias de GPU P2, P3, G4dn y G5 para el 
entrenamiento y la inferencia.

Las solicitudes de inferencia de CPUs suelen tener una menor latencia media que las solicitudes de 
GPUs, ya que existe una tasa sobre la comunicación de CPU a GPU cuando se utiliza hardware de 
GPU. Sin embargo, las GPUs suelen tener un mayor rendimiento para lotes de mayor tamaño.

Hiperparámetros k-NN

Nombre del parámetro Descripción

feature_dim El número de características en los datos de entrada.

Obligatorio

Valores válidos: número entero positivo.

k El número de vecinos más próximos.

Obligatorio

Valores válidos: número entero positivo

predictor_type El tipo de inferencia a usar en las etiquetas de datos.

Obligatorio

Valores válidos: clasificador para clasificación o regresor para 
regresión.

sample_size El número de puntos de datos que se muestrearán a partir del 
conjunto de datos de capacitación.

Obligatorio
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Nombre del parámetro Descripción

Valores válidos: número entero positivo

dimension 
_reductio 
n_target

La dimensión de destino a la que reducir.

Obligatorio cuando se especifica el parámetro dimension 
_reduction_type .

Valores válidos: número entero positivo no superior a 0 y menor a
feature_dim .

dimension 
_reduction_type

El tipo de método de reducción de dimensión.

Opcional

Valores válidos: señal para proyección aleatoria o fjlt para la transform 
ación rápida de Johnson-Lindenstrauss.

Valor predeterminado: Sin reducción de dimensión

faiss_ind 
ex_ivf_nlists

El número de centroides a construir en el índice cuando index_typ 
e  es faiss.IVFFlat o faiss.IVFPQ.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: automático, que se resuelve como sqrt(samp 
le_size) .
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Nombre del parámetro Descripción

faiss_index_pq_m El número de subcomponentes vectoriales a construir en el índice 
cuando index_type  se fija en faiss.IVFPQ.

La biblioteca FaceBook AI Similarity Search (FAISS) requiere que el 
valor de faiss_index_pq_m  sea un divisor de la dimensión de 
datos. Si faiss_index_pq_m  no es un divisor de la dimensión de 
datos, se incrementará la dimensión de datos al menor el número 
entero divisible por faiss_index_pq_m . Si no se aplica ninguna 
reducción de dimensión, el algoritmo añade un relleno de ceros. Si 
se aplica la reducción de dimensión, el algoritmo aumenta el valor del 
hiperparámetro dimension_reduction_target .

Opcional

Valores válidos: uno de los siguientes números enteros positivos: 1, 2, 
3, 4, 8, 12, 16, 20, 24, 28, 32, 40, 48, 56, 64, 96

index_metric La métrica para medir la distancia entre puntos al encontrar vecinos 
más próximos. Cuando se capacita con index_type  establecido en
faiss.IVFPQ , la distancia de INNER_PRODUCT  y la similitud de
COSINE no son compatibles.

Opcional

Valores válidos: L2 para distancia euclidiana, INNER_PRODUCT para 
distancia de producto interior, COSINE para similitud de coseno.

Valor predeterminado: L2

index_type El tipo de índice.

Opcional

Valores válidos: faiss.Flat, faiss.IVFFlat, faiss.IVFPQ.

Valores predeterminados: faiss.Flat
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Nombre del parámetro Descripción

mini_batch_size El número de observaciones por minilote para el iterador de datos.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5000

Ajustar un modelo k-NN

El algoritmo Amazon SageMaker K-Nearest Neighbors es un algoritmo supervisado. El algoritmo 
consume un conjunto de datos de prueba y emite una métrica sobre la precisión para una tarea 
de clasificación o sobre el error cuadrático medio para una tarea de regresión. Estas métricas 
de precisión comparan las predicciones del modelo para sus respectivas tareas con el dato real 
que proporcionan los datos de prueba empíricos. Para buscar el mejor modelo que notifica la 
mayor precisión o menor error en el conjunto de datos de prueba, ejecute un trabajo de ajuste de 
hiperparámetro para k-NN.

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetivo adecuada para 
la tarea de predicción del algoritmo. El ajuste de modelo automático busca los hiperparámetros 
elegidos para encontrar la combinación de valores que obtienen el modelo que optimiza la métrica 
objetiva. Los hiperparámetros se utilizan únicamente para ayudar a calcular los parámetros del 
modelo y no se utilizan en el modelo capacitado para realizar predicciones.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas calculadas por el algoritmo k-NN

El algoritmo k vecinos más próximos calcula una de dos métricas en la siguiente tabla durante la 
capacitación en función del tipo de tarea especificado por el predictor_type hiperparámetro.

• clasificador especifica una tarea de clasificación tarea y calcula test:accuracy

• clasificador especifica una tarea de regresión y calcula test:mse.
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Elija el valor predictor_type adecuado para el tipo de tarea empleado para calcular la métrica 
objetivo pertinente al ajustar un modelo.

Nombre de métrica Descripción Dirección de 
optimización

test:accuracy Cuando predictor_type  se establece 
en clasificador, k-NN compara la etiqueta 
predicha, en función de la media de las 
etiquetas de los k vecinos más próximos con 
el dato real que se proporciona en los datos de 
canal de prueba. La precisión notificada oscila 
entre 0,0 (0 %) y 1,0 (100 %).

Maximizar

test:mse Cuando predictor_type  se establece en
regresor, k-NN compara la etiqueta predicha, 
en función de la media de las etiquetas de los 
k vecinos más próximos con la etiqueta real 
que se proporciona en los datos de canal de 
prueba. El error cuadrático medio se calcula 
comparando las dos etiquetas.

Minimizar

Hiperparámetros k-NN ajustables

Ajuste el modelo Amazon SageMaker K-Nearest Neighbors con los siguientes hiperparámetros.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

k IntegerParameterRanges MinValue: 1, 
MaxValue: 1024

sample_size IntegerParameterRanges MinValue: 256, 
MaxValue: 20000000
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Formatos de datos para entrada de entrenamiento de k-NN

Todos los algoritmos integrados en Amazon SageMaker se adhieren a los formatos de entrenamiento 
de entrada comunes descritos en Common Data Formats - Training. Este tema contiene una lista de 
los formatos de entrada disponibles para el algoritmo SageMaker K-Nearest Neighbors.

Formato de los datos CSV

content-type: text/csv; label_size=1

4,1.2,1.3,9.6,20.3

Las primeras columnas label_size se interpretan como el vector de etiqueta para esa fila.

Formato de datos RECORDIO

content-type: application/x-recordio-protobuf

[ 
    Record = { 
        features = { 
            'values': { 
                values: [1.2, 1.3, 9.6, 20.3]  # float32 
            } 
        }, 
        label = { 
            'values': { 
                values: [4]  # float32 
            } 
        } 
    }
]  

                 
}

Formatos de respuesta y solicitud k-NN

Todos los algoritmos integrados de Amazon SageMaker siguen el formato de inferencia de entrada 
común descrito en Common Data Formats - Inference. Este tema contiene una lista de los formatos 
de salida disponibles para el algoritmo SageMaker K-Nearest Neighbors.
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ENTRADA: Formato de solicitud CSV

content-type: text/csv

1.2,1.3,9.6,20.3

Esta acepta un label_size o parámetro de codificación. Presupone que label_size tiene un 
valor de 0 y la codificación es UTF-8.

ENTRADA: Formato de solicitud JSON

content-type: application/json

{ 
  "instances": [ 
    {"data": {"features": {"values": [-3, -1, -4, 2]}}}, 
    {"features": [3.0, 0.1, 0.04, 0.002]}]
}

ENTRADA: Formato de solicitud JSONLINES

content-type: application/jsonlines

{"features": [1.5, 16.0, 14.0, 23.0]}
{"data": {"features": {"values": [1.5, 16.0, 14.0, 23.0]}}

ENTRADA: Formato de solicitud RECORDIO

content-type: application/x-recordio-protobuf

[ 
    Record = { 
        features = { 
            'values': { 
                values: [-3, -1, -4, 2]  # float32 
            } 
        }, 
        label = {} 
    }, 
    Record = { 
        features = { 
            'values': { 
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                values: [3.0, 0.1, 0.04, 0.002]  # float32 
            } 
        }, 
        label = {} 
    },
] 

SALIDA: Formato de respuesta JSON

accept: application/json

{ 
  "predictions": [ 
    {"predicted_label": 0.0}, 
    {"predicted_label": 2.0} 
  ]
}

SALIDA: Formato de respuesta JSONLINES

accept: application/jsonlines

{"predicted_label": 0.0}
{"predicted_label": 2.0}

SALIDA: Formato de respuesta VERBOSE JSON

En modo de salida detallado, la API proporciona los resultados de búsqueda con el vector de 
distancias ordenado de menor a mayor, con los elementos correspondientes en el vector de las 
etiquetas. En este ejemplo, k se fija en 3.

accept: application/json; verbose=true

{ 
  "predictions": [ 
    { 
        "predicted_label": 0.0, 
        "distances": [3.11792408, 3.89746071, 6.32548437], 
        "labels": [0.0, 1.0, 0.0] 
    }, 
    { 
        "predicted_label": 2.0, 
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        "distances": [1.08470316, 3.04917915, 5.25393973], 
        "labels": [2.0, 2.0, 0.0] 
    } 
  ]
}

SALIDA: Formato de respuesta RECORDIO-PROTOBUF

content-type: application/x-recordio-protobuf

[ 
    Record = { 
        features = {}, 
        label = { 
            'predicted_label': { 
                values: [0.0]  # float32 
            } 
        } 
    }, 
    Record = { 
        features = {}, 
        label = { 
            'predicted_label': { 
                values: [2.0]  # float32 
            } 
        } 
    }
]

SALIDA: Formato de respuesta VERBOSE RECORDIO-PROTOBUF

En modo de salida detallado, la API proporciona los resultados de búsqueda con el vector de 
distancias ordenado de menor a mayor, con los elementos correspondientes en el vector de las 
etiquetas. En este ejemplo, k se fija en 3.

accept: application/x-recordio-protobuf; verbose=true

[ 
    Record = { 
        features = {}, 
        label = { 
            'predicted_label': { 
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                values: [0.0]  # float32 
            }, 
            'distances': { 
                values: [3.11792408, 3.89746071, 6.32548437]  # float32 
            }, 
            'labels': { 
                values: [0.0, 1.0, 0.0]  # float32 
            } 
        } 
    }, 
    Record = { 
        features = {}, 
        label = { 
            'predicted_label': { 
                values: [0.0]  # float32 
            }, 
            'distances': { 
                values: [1.08470316, 3.04917915, 5.25393973]  # float32 
            }, 
            'labels': { 
                values: [2.0, 2.0, 0.0]  # float32 
            } 
        } 
    }
]

SALIDA DE MUESTRA para el algoritmo k-NN

Para tareas regresor:

[06/08/2018 20:15:33 INFO 140026520049408] #test_score (algo-1) : ('mse', 
 0.013333333333333334)

Para tareas clasificador:

[06/08/2018 20:15:46 INFO 140285487171328] #test_score (algo-1) : ('accuracy', 
 0.98666666666666669)

LightGBM

LightGBM es una implementación de código abierto popular y eficiente del algoritmo Gradient 
Boosting Decision Tree (GBDT). GBDT es un algoritmo de aprendizaje supervisado que intenta 
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predecir adecuadamente una variable objetivo mediante la combinación de un conjunto de 
estimaciones a partir de un conjunto de modelos más simples y más débiles. LightGBM utiliza 
técnicas adicionales para mejorar significativamente la eficiencia y la escalabilidad de la GBDT 
convencional.

Cómo usar SageMaker LightGBM

Puedes usar LightGBM como un algoritmo SageMaker integrado en Amazon. En la siguiente sección 
se describe cómo utilizar LightGBM con el SDK de SageMaker Python. Para obtener información 
sobre cómo usar LightGBM desde la interfaz de usuario clásica de Amazon SageMaker Studio, 
consulte. SageMaker JumpStart

• Utilizar LightGBM como algoritmo integrado

Utilice el algoritmo integrado LightGBM para crear un contenedor de entrenamiento de LightGBM 
tal como se muestra en el ejemplo de código siguiente. Puede detectar automáticamente el URI de 
la imagen del algoritmo integrado de LightGBM mediante la SageMaker image_uris.retrieve
API (o la get_image_uri API si utiliza Amazon  SageMaker Python SDK versión 2).

Tras especificar el URI de la imagen de LightGBM, puede utilizar el contenedor LightGBM para 
crear un estimador mediante la API Estimator e iniciar un trabajo de SageMaker formación. El 
algoritmo integrado LightGBM se ejecuta en modo script, pero el script de entrenamiento se 
proporciona automáticamente y no es necesario reemplazarlo. Si tiene una amplia experiencia en 
el uso del modo script para crear un trabajo de formación, puede incorporar sus propios guiones de 
SageMaker entrenamiento de LightGBM.

from sagemaker import image_uris, model_uris, script_uris

train_model_id, train_model_version, train_scope = "lightgbm-classification-model", 
 "*", "training"
training_instance_type = "ml.m5.xlarge"

# Retrieve the docker image
train_image_uri = image_uris.retrieve( 
    region=None, 
    framework=None, 
    model_id=train_model_id, 
    model_version=train_model_version, 
    image_scope=train_scope, 
    instance_type=training_instance_type
)
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# Retrieve the training script
train_source_uri = script_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 script_scope=train_scope
)

train_model_uri = model_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 model_scope=train_scope
)

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tabular_multiclass/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
train"  
validation_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
validation"  

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tabular-training"

s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

from sagemaker import hyperparameters

# Retrieve the default hyperparameters for training the model
hyperparameters = hyperparameters.retrieve_default( 
    model_id=train_model_id, model_version=train_model_version
)

# [Optional] Override default hyperparameters with custom values
hyperparameters[ 
    "num_boost_round"
] = "500"
print(hyperparameters)

from sagemaker.estimator import Estimator
from sagemaker.utils import name_from_base

training_job_name = name_from_base(f"built-in-algo-{train_model_id}-training")
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# Create SageMaker Estimator instance
tabular_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, # for distributed training, specify an instance_count greater 
 than 1 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location
)

# Launch a SageMaker Training job by passing the S3 path of the training data
tabular_estimator.fit( 
    { 
        "train": training_dataset_s3_path, 
        "validation": validation_dataset_s3_path, 
    }, logs=True, job_name=training_job_name
)

Para obtener más información acerca de cómo configurar LightGBM como un algoritmo integrado, 
consulte los siguientes ejemplos de cuadernos.

• Clasificación tabular con Amazon SageMaker LightGBM y algoritmo CatBoost

• Regresión tabular con Amazon SageMaker LightGBM y algoritmo CatBoost

Interfaz de entrada/salida para el algoritmo LightGBM

La potenciación de gradientes funciona en los datos tabulares, con las filas que representan 
observaciones, una columna que representa la variable de destino o la etiqueta, y las columnas 
restantes que representan las características.

La SageMaker implementación de LightGBM admite CSV para el entrenamiento y la inferencia:

• Para el entrenamiento ContentType, las entradas válidas deben ser text/csv.

• Para la inferencia ContentType, las entradas válidas deben ser text/csv.
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Note

Para la capacitación de CSV, el algoritmo asume la variable de destino en la primera 
columna y ese CSV no dispone de un registro de encabezado.
Para la inferencia de CSV, el algoritmo asume que la entrada de CSV no dispone de la 
columna de etiqueta.

Formato de entrada para los datos de entrenamiento, los datos de validación y las características 
categóricas

Tenga cuidado con el formato de los datos de entrenamiento que introducirá en el modelo LightGBM. 
Debe proporcionar la ruta a un bucket de Amazon S3 que contenga los datos de entrenamiento y de 
validación. También puede incluir una lista de características categóricas. Utilice los canales train y
validation para proporcionar los datos de entrada. o utilice solo el canal train si lo prefiere.

Note

Tanto train como training son nombres de canales válidos para el entrenamiento con 
LightGBM.

Uso de ambos canales (train y validation)

Puede proporcionar los datos de entrada mediante dos rutas S3, una para el canal train y otra 
para el canal validation. Cada ruta S3 puede ser un prefijo S3 que apunte a uno o más archivos 
CSV, o una ruta S3 completa que apunte a un archivo CSV específico. Las variables de destino 
deben estar en la primera columna del archivo CSV. Las variables predictoras (características) deben 
estar en las columnas restantes. Si se proporcionan varios archivos CSV para los canales train o
validation, el algoritmo LightGBM concatena los archivos. Los datos de validación se utilizan para 
calcular una puntuación de validación al final de cada iteración de potenciación. Hay una interrupción 
anticipada cuando la puntuación de validación deja de mejorar.

Si los predictores incluyen características categóricas, puede proporcionar un archivo JSON con 
el nombre categorical_index.json en la misma ubicación que los archivos de datos de 
entrenamiento. Si proporciona un archivo JSON para las características categóricas, el canal train
debe apuntar a un prefijo S3, y no a un archivo CSV específico. Este archivo debe contener un 
diccionario de Python donde la clave sea la cadena "cat_index_list" y el valor sea una lista de 
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enteros únicos. Cada número entero de la lista de valores debe indicar el índice de columnas de las 
características categóricas correspondientes en el archivo CSV de datos de entrenamiento. Cada 
valor debe ser un entero positivo (mayor de cero, ya que cero representa el valor objetivo), menor 
que el Int32.MaxValue (2147483647) y menor que el número total de columnas. Solo debe haber 
un archivo JSON de índice categórico.

Uso del canal train exclusivamente

También puede proporcionar sus datos de entrada mediante una única ruta S3 para el canal train. 
Esta ruta S3 debe apuntar a un directorio con un subdirectorio denominado train/ que contenga 
uno o más archivos CSV. Si lo desea, puede incluir otro subdirectorio en la misma ubicación, 
denominado validation/, que también tenga uno o más archivos CSV. Si no se proporcionan los 
datos de validación, se toma una muestra aleatoria del 20 % de los datos de entrenamiento para que 
ejerzan como datos de validación. Si los predictores contienen características categóricas, puede 
proporcionar un archivo JSON con el nombre categorical_index.json en la misma ubicación 
que los subdirectorios de datos.

Note

En el modo de entrada de entrenamiento de CSV, la memoria total disponible para 
el algoritmo (el recuento de instancias multiplicado por la memoria disponible en
InstanceType) debe poder contener el conjunto de datos de entrenamiento.

SageMaker LightGBM usa el módulo Joblib de Python para serializar o deserializar el modelo, que se 
puede usar para guardar o cargar el modelo.

Para usar un modelo entrenado con LightGBM con el módulo SageMaker JobLib

• Utilice el siguiente código de Python:

import joblib  
import tarfile

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = joblib.load(model_file_path)

# prediction with test data
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# dtest should be a pandas DataFrame with column names feature_0, feature_1, ..., 
 feature_d
pred = model.predict(dtest) 

Recomendación de instancias de Amazon EC2 para el algoritmo LightGBM

SageMaker LightGBM actualmente admite el entrenamiento de CPU en una o varias instancias. 
Para el entrenamiento de CPU en varias instancias (entrenamiento distribuido), especifique un 
valor instance_count mayor que 1 cuando defina su estimador. Para obtener más información 
sobre la formación distribuida con LightGBM, consulte Formación distribuida de Amazon SageMaker 
LightGBM con Dask.

LightGBM es un algoritmo de vinculación de memoria (a diferencia de la vinculación de 
computación). Por lo tanto, una instancia de computación de uso general (por ejemplo, M5) es 
una opción mejor que una instancia optimizada para la computación (por ejemplo, C5). Además, 
recomendamos que disponga de suficiente memoria en total en las instancias seleccionadas para 
almacenar los datos de capacitación.

Ejemplos de cuadernos LightGBM

En la siguiente tabla se describen varios ejemplos de libretas que abordan distintos casos de uso del 
algoritmo Amazon SageMaker LightGBM.

Título del cuaderno Descripción

Clasificación tabular con Amazon SageMaker 
LightGBM y algoritmo CatBoost

En este cuaderno se muestra el uso del 
algoritmo Amazon SageMaker LightGBM para 
entrenar y alojar un modelo de clasificación 
tabular.

Regresión tabular con Amazon SageMaker 
LightGBM y algoritmo CatBoost

En este cuaderno se muestra el uso del 
algoritmo Amazon SageMaker LightGBM 
para entrenar y alojar un modelo de regresión 
tabular.

Capacitación distribuida de Amazon 
SageMaker LightGBM con Dask

Este cuaderno muestra el entrenami 
ento distribuido con el algoritmo Amazon 
SageMaker LightGBM mediante el marco Dask.
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Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a ellas, que 
puede utilizar para ejecutar el ejemplo, consulte. SageMaker Instancias de Amazon SageMaker 
Notebook Una vez que haya creado una instancia de bloc de notas y la haya abierto, seleccione la 
pestaña SageMakerEjemplos para ver una lista de todos los ejemplos. SageMaker Para abrir un bloc 
de notas, elija su pestaña Usar y elija Crear copia.

Funcionamiento de LightGBM

LightGBM implementa un algoritmo convencional de árbol de decisiones con potenciación por 
gradiente (GBDT), con la adición de dos técnicas novedosas: el muestreo unilateral basado en 
gradientes (GOSS) y el agrupamiento de características exclusivas (EFB). Estas técnicas están 
diseñadas para mejorar considerablemente la eficiencia y la escalabilidad del GBDT.

LightGBM tiene un gran rendimiento en competiciones de machine learning, ya que puede gestionar 
con solvencia distintos tipos de datos, relaciones y distribuciones, así como la amplia variedad de 
hiperparámetros que se pueden ajustar. Puede usar LightGBM para problemas de regresión, de 
clasificación (binaria y multiclase) y de ranking.

Para obtener más información sobre la potenciación por gradiente, consulte Funcionamiento de 
XGBoost. Para obtener información detallada sobre las técnicas adicionales de GOSS y EFB 
utilizadas en el método LightGBM, consulte LightGBM: A Highly Efficient Gradient Boosting Decision 
Tree.

Hiperparámetros de LightGBM

La siguiente tabla contiene el subconjunto de hiperparámetros que se requieren o se utilizan 
con más frecuencia para el algoritmo Amazon SageMaker LightGBM. Los usuarios establecen 
estos parámetros para facilitar la estimación de los parámetros del modelo a partir de los datos. El 
algoritmo SageMaker LightGBM es una implementación del paquete LightGBM de código abierto.

Note

Los hiperparámetros predeterminados se basan en conjuntos de datos de ejemplo de
Ejemplos de cuadernos LightGBM.

De forma predeterminada, el algoritmo SageMaker LightGBM elige automáticamente una métrica 
de evaluación y una función objetivo en función del tipo de problema de clasificación. El algoritmo 
LightGBM detecta el tipo de problema de clasificación a partir del número de etiquetas en los 
datos. Para los problemas de regresión, la métrica de evaluación es la raíz del error cuadrático 
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medio y la función objetivo es la pérdida L2. Para los problemas de clasificación binaria, la 
métrica de evaluación y la función objetivo son la entropía cruzada binaria. Para los problemas 
de clasificación multiclase, la métrica de evaluación es la entropía cruzada multiclase y la función 
objetivo es softmax. Puede usar el hiperparámetro metric para cambiar la métrica de evaluación 
predeterminada. Consulte la siguiente tabla para obtener más información sobre los hiperparámetros 
en LightGBM, lo que incluye las descripciones, los valores válidos y los valores predeterminados.

Nombre del parámetro Descripción

num_boost_round El número máximo de iteraciones de potenciación. Nota:
Internamente, LightGBM construye árboles num_class * 
num_boost_round  para problemas de clasificación multiclas 
e.

Valores válidos: entero positivo.

Valor predeterminado: 100.

early_stopping_rou 
nds

El entrenamiento se detendrá si una métrica de un punto de 
datos de validación no mejora en la última ronda early_sto 
pping_rounds . Si early_stopping_rounds  es inferior 
o igual a cero, se omite este hiperparámetro.

Valores válidos: número entero

Valor predeterminado: 10.

metric Métricas de evaluación de los datos de validación. Si metric se 
establece en el valor "auto" predeterminado, el algoritmo elige 
automáticamente una métrica de evaluación en función del tipo 
de problema de clasificación:

• rmse para la regresión

• binary_logloss  para la clasificación binaria

• multi_logloss  para la clasificación multiclase

Valores válidos: cadena, valores "auto", "rmse", "l1",
"l2", "huber", "fair", "binary_logloss" , "binary_e 
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Nombre del parámetro Descripción

rror" , "auc", "average_precision" , "multi_lo 
gloss" , "multi_error" , "auc_mu" o "cross_en 
tropy" .

Valor predeterminado: "auto".

learning_rate La velocidad a la que se actualizan los pesos del modelo 
después de pasar por cada lote de ejemplos de entrenamiento.

Valores válidos: flotante, rango (0.0, 1.0).

Valor predeterminado: 0.1.

num_leaves El número máximo de hojas de un árbol.

Valores válidos: entero, rango (1, 131072).

Valor predeterminado: 64.

feature_fraction Un subconjunto de características que se seleccionarán en cada 
iteración (árbol). Debe ser menos de 1,0.

Valores válidos: flotante, rango (0.0, 1.0).

Valor predeterminado: 0.9.

bagging_fraction Un subconjunto de características similar a feature_f 
raction , pero bagging_fraction  selecciona aleatoria 
mente una parte de los datos sin necesidad de volver a 
muestrearlos.

Valores válidos: flotante, rango (0.0, 1.0).

Valor predeterminado: 0.9.
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Nombre del parámetro Descripción

bagging_freq La frecuencia con la que se realiza el bagging. En cada iteración 
de bagging_freq , LightGBM selecciona aleatoriamente un 
porcentaje de los datos para usarlos en la siguiente iteración
bagging_freq . Este porcentaje lo determina el hiperpará 
metro bagging_fraction . Si bagging_freq  es cero, se 
desactiva el bagging.

Valores válidos: número entero no negativo.

Valor predeterminado: 1.

max_depth La profundidad máxima de un modelo de árbol. Se utiliza para 
tratar el sobreajuste cuando la cantidad de datos es pequeña. 
Si max_depth  es menor o igual a cero, significa que no hay 
límite para la profundidad máxima.

Valores válidos: número entero

Valor predeterminado: 6.

min_data_in_leaf La cantidad mínima de datos en una hoja. Se puede utilizar para 
hacer frente al sobreajuste.

Valores válidos: número entero no negativo.

Valor predeterminado: 3.

max_delta_step Se usa para limitar la producción máxima de hojas de árboles. 
Si max_delta_step  es inferior o igual a 0, no hay ninguna 
restricción. La salida máxima final de hojas es learning_ 
rate * max_delta_step .

Valores válidos: número flotante

Valor predeterminado: 0.0.

Uso de algoritmos integrados 2836



Amazon SageMaker Guía para desarrolladores

Nombre del parámetro Descripción

lambda_l1 Regularización L1.

Valores válidos: número flotante no negativo.

Valor predeterminado: 0.0.

lambda_l2 Regularización L2.

Valores válidos: número flotante no negativo.

Valor predeterminado: 0.0.

boosting Tipo de potenciación

Valores válidos: cadena ("gbdt", "rf", "dart" o "goss").

Valor predeterminado: "gbdt".

min_gain_to_split La ganancia mínima para realizar una división. Se puede utilizar 
para acelerar el entrenamiento.

Valores válidos: número flotante no negativo.

Valor predeterminado: 0.0.

scale_pos_weight La ponderación de las etiquetas con clase positiva. Se usa solo 
para tareas de clasificación binaria. scale_pos_weight  no 
se puede usar si is_unbalance  está establecido en "True".

Valores válidos: número flotante positivo.

Valor predeterminado: 1.0.

tree_learner Tipo de aprendiz en árbol.

Valores válidos: cadena ("serial", "feature" , "data" o
"voting").

Valor predeterminado: "serial".
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Nombre del parámetro Descripción

feature_fraction_b 
ynode

Seleccione un subconjunto de características aleatorias en 
cada nodo del árbol. Por ejemplo, si feature_fraction_b 
ynode  es 0.8, se selecciona el 80 % de las características. Se 
puede utilizar para hacer frente al sobreajuste.

Valores válidos: entero, rango [0.0, 1.0].

Valor predeterminado: 1.0.

is_unbalance Se establece en "True" si los datos de entrenamiento están 
desequilibrados. Se usa solo para tareas de clasificación 
binaria. is_unbalance  no se puede usar con scale_pos 
_weight .

Valores válidos: cadena ("True" o "False").

Valor predeterminado: "False".

max_bin El número máximo de contenedores utilizados para los valores 
de las características. de buckets. Un número reducido de 
contenedores puede reducir la precisión del entrenamiento, pero 
puede aumentar el rendimiento general. Se puede utilizar para 
hacer frente al sobreajuste.

Valores válidos: entero, rango (1, ∞).

Valor predeterminado: 255.

tweedie_variance_p 
ower

Controla la varianza de la distribución de Tweedie. Colóquelo 
más cerca de 2.0 para cambiar hacia una distribución gamma. 
Colóquelo más cerca de 1.0 para cambiar hacia una distribuc 
ión Poisson. Se usa solo para tareas de regresión.

Valores válidos: flotante, con el rango [1.0, 2.0].

Valor predeterminado: 1.5.
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Nombre del parámetro Descripción

num_threads Número de subprocesos paralelos utilizados para ejecutar 
LightGBM. El valor 0 indica el número predeterminado de 
subprocesos en OpenMP.

Valores válidos: número entero no negativo.

Valor predeterminado: 0.

verbosity La verbosidad de los mensajes de impresión. Si verbosity
es inferior a 0, los mensajes de impresión solo muestran errores 
graves. Si verbosity  está configurado en 0, los mensajes 
de impresión incluyen errores y advertencias. Si verbosity
es 1, los mensajes de impresión muestran más información. Un
verbosity  mayor a 1 muestra la mayor cantidad de informaci 
ón en los mensajes de impresión y se puede usar para depurar.

Valores válidos: número entero

Valor predeterminado: 1.

Ajuste de un modelo LightGBM

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando distintas tareas que prueban una serie de hiperparámetros 
en los conjuntos de datos de validación y entrenamiento. El ajuste del modelo se centra en los 
siguientes hiperparámetros:

Note

La función objetivo de aprendizaje se asigna automáticamente en función del tipo de tarea 
de clasificación, que viene determinada por el número de enteros únicos de la columna de 
etiquetas. Para obtener más información, consulte Hiperparámetros de LightGBM.

• Una función objetivo de aprendizaje que se debe optimizar durante el entrenamiento con modelos.
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• Una métrica de evaluación que se utiliza para evaluar el rendimiento del modelo durante la 
validación.

• Un conjunto de hiperparámetros y un rango de valores para emplear al ajustar el modelo 
automáticamente.

El ajuste de modelo automático busca los hiperparámetros especificados con el objetivo de encontrar 
una combinación de valores que genere un modelo capaz de optimizar la métrica de evaluación 
seleccionada.

Note

El ajuste automático de modelos para LightGBM solo está disponible en los SageMaker SDK 
de Amazon, no en la consola. SageMaker

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas de evaluación calculadas por el algoritmo LightGBM

El algoritmo SageMaker LightGBM calcula las siguientes métricas para utilizarlas en la validación 
del modelo. La métrica de evaluación se asigna automáticamente en función del tipo de tarea de 
clasificación, que viene determinada por el número de enteros únicos en la columna de etiqueta.

Nombre de 
métrica

Descripción Dirección de 
optimización

Patrón de 
expresiones 
regulares

rmse raíz del error cuadrático medio minimizar "rmse: 
([0-9\\.] 
+)"

l1 error absoluto medio minimizar "l1: ([0-9\
\.]+)"

l2 error cuadrático medio minimizar "l2: ([0-9\
\.]+)"
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Nombre de 
métrica

Descripción Dirección de 
optimización

Patrón de 
expresiones 
regulares

huber pérdida de Huber minimizar "huber: 
([0-9\\.] 
+)"

fair pérdida justa minimizar "fair: 
([0-9\\.] 
+)"

binary_lo 
gloss

entropía cruzada binaria maximizar "binary_l 
ogloss: 
([0-9\\.] 
+)"

binary_er 
ror

error binario minimizar "binary_e 
rror: 
([0-9\\.] 
+)"

auc AUC maximizar "auc: ([0-9\
\.]+)"

average_p 
recision

puntuación de precisión media maximizar "average_ 
precision 
: ([0-9\\.] 
+)"

multi_log 
loss

entropía cruzada multiclase maximizar "multi_lo 
gloss: 
([0-9\\.] 
+)"

multi_error puntuación de error multiclase minimizar "multi_er 
ror: ([0-9\
\.]+)"
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Nombre de 
métrica

Descripción Dirección de 
optimización

Patrón de 
expresiones 
regulares

auc_mu AUC-mu maximizar "auc_mu: 
([0-9\\.] 
+)"

cross_ent 
ropy

entropía cruzada minimizar "cross_en 
tropy: 
([0-9\\.] 
+)"

Hiperparámetros de LightGBM ajustables

Ajuste el modelo LightGBM con los siguientes hiperparámetros. Los hiperparámetros que tienen el 
mayor efecto en la optimización de las métricas de evaluación de LightGBM son learning_rate,
num_leaves, feature_fraction, bagging_fraction, bagging_freq, max_depth y
min_data_in_leaf. Para obtener una lista de todos los hiperparámetros de LightGBM, consulte
Hiperparámetros de LightGBM.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRanges MinValue: 0,001,: 
0,01 MaxValue

num_leaves IntegerParameterRanges MinValue: 10, 
MaxValue 10

feature_f 
raction

ContinuousParameterRanges MinValue: 0,1, 
MaxValue 1,0

bagging_f 
raction

ContinuousParameterRanges MinValue: 0,1, 
MaxValue 1,0
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

bagging_freq IntegerParameterRanges MinValue: 0, 
MaxValue: 10

max_depth IntegerParameterRanges MinValue: 15, 
MaxValue 10

min_data_ 
in_leaf

IntegerParameterRanges MinValue: 10, 
MaxValue 20

Algoritmo de aprendizaje lineal

Los modelos lineales son algoritmos de aprendizaje supervisados que se utilizan para resolver 
problemas de clasificación o de regresión. Para la entrada, se dan los ejemplos etiquetados de 
modelo (x, y). x es un vector de gran dimensión e y es una etiqueta numérica. Para problemas 
de clasificación binaria, la etiqueta debe ser 0 o 1. Para problemas de clasificación multiclase, las 
etiquetas deben ir desde 0 hasta num_classes - 1. Para los problemas de regresión, y es un 
número real. El algoritmo aprende una función lineal o una función de umbral lineal para problemas 
de clasificación, y mapea un vector x a una aproximación de la etiqueta y.

El algoritmo de aprendizaje lineal de Amazon SageMaker proporciona una solución para los 
problemas de clasificación y regresión. Con el algoritmo de SageMaker, puede explorar de forma 
simultánea distintos objetivos de entrenamiento y elegir la mejor solución de un conjunto de 
validación. También puede explorar una gran cantidad de modelos y elegir el mejor. El mejor modelo 
optimiza uno de los siguientes:

• Objetivos continuos, como, por ejemplo, un error cuadrático medio, una pérdida de entropía 
cruzada o un error absoluto.

• Objetivos discretos adecuados para clasificación, como, por ejemplo, medida F1, precisión, 
exhaustividad o exactitud.

En comparación con métodos que proporcionan una solución solo para objetivos continuos, el 
algoritmo de aprendizaje lineal de SageMaker proporciona un aumento significativo de la velocidad 
respecto a las técnicas de optimización de hiperparámetros naive. También es más práctico.

Uso de algoritmos integrados 2843



Amazon SageMaker Guía para desarrolladores

El algoritmo de aprendizaje lineal requiere una matriz de datos, con filas que representan las 
observaciones y columnas que representan las dimensiones de las características. También 
requiere una columna adicional que contiene las etiquetas que coinciden con los puntos de datos. 
Como mínimo, el aprendizaje lineal de Amazon SageMaker requiere que especifique ubicaciones 
de datos de entrada y salida y el tipo de objeto (clasificación o regresión) como argumentos. La 
dimensión de características es también obligatoria. Para obtener más información, consulte
CreateTrainingJob. Puede especificar parámetros adicionales en el mapa de cadenas
HyperParameters del cuerpo de la solicitud. Estos parámetros controlan el procedimiento de 
optimización o detalles específicos de la función objetivo que se capacita. Por ejemplo, el número de 
fechas de inicio, regularización y tipo de pérdida.

Si utiliza Managed Spot Training, el algoritmo de aprendizaje lineal admite el uso de puntos de 
control para tomar una instantánea del estado del modelo.

Temas

• Interfaz de entrada/salida para el algoritmo de aprendizaje lineal

• Recomendación de instancia EC2 para el algoritmo de aprendizaje lineal

• Cuaderno de muestra de aprendizaje lineal

• Cómo funciona el aprendizaje lineal

• Hiperparámetros de aprendizaje lineal

• Ajustar un modelo de aprendizaje lineal

• Formatos de respuesta de aprendizaje lineal

Interfaz de entrada/salida para el algoritmo de aprendizaje lineal

El algoritmo de aprendizaje lineal de Amazon SageMaker admite tres canales de datos: 
entrenamiento, validación (opcional) y prueba (opcional). Si proporciona datos de validación, el
S3DataDistributionType debe ser FullyReplicated. El algoritmo registra pérdida de 
validación en cada fecha de inicio y utiliza una muestra de los datos de validación para calibrar y 
seleccionar el mejor modelo. Si no proporciona datos de validación, el algoritmo utiliza una muestra 
de los datos de capacitación para calibrar y seleccionar el modelo. Si proporciona datos de prueba, 
los registros de algoritmos incluyen la puntuación de prueba para el modelo final.

Para la capacitación, el algoritmo de aprendizaje lineal admite tanto los formatos recordIO-
wrapped protobuf como CSV. Para el tipo de entrada application/x-recordio-protobuf, 
solo se admiten los tensores Float32. Para el tipo de entrada text/csv, se presupone que la 
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primera columna es la etiqueta, que es la variable de destino para la predicción. Puede usar el modo 
de archivo o el modo de canalización para capacitar modelos de aprendizaje lineal con datos con 
formato recordIO-wrapped-protobuf o CSV.

Para la inferencia, el algoritmo de aprendizaje lineal admite los formatos application/
json, application/x-recordio-protobuf y text/csv. Al realizar predicciones 
sobre nuevos datos, el formato de la respuesta depende del tipo de modelo. Para la 
regresión (predictor_type='regressor'), la score es la predicción producida 
por el modelo. Para la clasificación (predictor_type='binary_classifier' o
predictor_type='multiclass_classifier'), el modelo devuelve una score y también una
predicted_label. La predicted_label es la clase prevista por el modelo y la score mide la 
fuerza de esa predicción.

• Para la clasificación binaria, predicted_label es 0 o 1, y score es un único número de punto 
flotante que indica en qué medida el algoritmo cree que la etiqueta debe ser 1.

• Para la clasificación multiclase, la predicted_class será un número entero de 0 a
num_classes-1, y la score será una lista de un número de punto flotante por clase.

Para interpretar la score en problemas de clasificación, tiene que tener en cuenta la función de 
pérdida utilizada. Si el valor del hiperparámetro loss es logistic para la clasificación binaria 
o softmax_loss para la clasificación multiclase, entonces la score se puede interpretar como 
la probabilidad de la clase correspondiente. Estos son los valores de pérdida utilizados por el de 
aprendizaje lineal cuando el valor loss es el valor predeterminado auto. Pero si la pérdida se 
establece en hinge_loss, entonces la puntuación no puede interpretarse como una probabilidad. 
Esto se debe a que la pérdida de bisagra corresponde a un Support Vector Classifier, que no 
produce cálculos de probabilidad.

Para obtener más información acerca de los formatos de archivo de entrada y salida, consulte
Formatos de respuesta de aprendizaje lineal. Para obtener más información acerca de los formatos 
de inferencia, consulte Cuaderno de muestra de aprendizaje lineal.

Recomendación de instancia EC2 para el algoritmo de aprendizaje lineal

El algoritmo de aprendizaje lineal admite instancias de CPU y GPU para el entrenamiento y la 
inferencia. En el caso de la GPU, el algoritmo de aprendizaje lineal admite las familias de GPU P2, 
P3, G4dn y G5.
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Durante las pruebas, no hemos encontrado pruebas sustanciales de que las instancias multi-GPU 
sean más rápidas que las instancias con GPU única. Los resultados pueden variar, en función de su 
caso de uso específico.

Cuaderno de muestra de aprendizaje lineal

En la siguiente tabla, encontrará algunos cuadernos de muestra con distintos casos de uso del 
algoritmo de aprendizaje lineal de Amazon SageMaker.

Título del cuaderno Descripción

An Introduction with the MNIST dataset Usando el conjunto de datos MNIST, 
entrenamos un clasificador binario para 
predecir un solo dígito.

How to Build a Multiclass Classifier? Con el conjunto de datos Covertype del UCI, 
demostramos cómo entrenar un clasificador 
multiclase.

How to Build a Machine Learning (ML) Pipeline 
for Inference?

Con un contenedor Scikit-learn, demostram 
os cómo crear una canalización de machine 
learning integral.

Para obtener instrucciones sobre cómo crear instancias de cuadernos de Jupyter que pueda 
utilizar para ejecutar el ejemplo en SageMaker (y sobre cómo acceder a estas instancias), consulte
Instancias de Amazon SageMaker Notebook. Una vez que haya creado una instancia de cuadernos 
y la haya abierto, seleccione la pestaña Ejemplos de SageMaker para ver una lista de todas las 
muestras de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan los algoritmos de 
aprendizaje lineal se encuentran en la sección de introducción a algoritmos de Amazon. Para abrir un 
bloc de notas, elija su pestaña Use (Usar) y elija Create copy (Crear copia).

Cómo funciona el aprendizaje lineal

Existen tres pasos en la implementación del algoritmo de aprendizaje lineal: preprocesamiento, 
capacitación y validación.
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Paso 1: Preprocesar

La normalización, o el escalado de características, es un importante paso de preprocesamiento 
de algunas funciones de pérdida que garantizan que el modelo que se entrena en un conjunto de 
datos no esté dominado por el peso de una única característica. El algoritmo de aprendizaje lineal 
de Amazon SageMaker incluye una opción de normalización para ayudarle a realizar este paso 
de preprocesamiento. Si se activa la normalización, el algoritmo primero se aplica a una pequeña 
muestra de datos para obtener el valor medio y la desviación estándar de cada característica y la 
etiqueta. Cada una de las características del conjunto de datos total se convierte para obtener la 
media de cero y se escala para que tenga la desviación estándar de la unidad.

Note

Para obtener unos mejores resultados, asegúrese de que los datos estén desordenados 
antes de la capacitación. Si la capacitación se realiza con datos ordenados, se podría 
producir un error.

Puede configurar si desea que el algoritmo de aprendizaje lineal normalice las etiquetas y los 
datos de la característica mediante los hiperparámetros normalize_data y normalize_label, 
respectivamente. De forma predeterminada, la normalización está habilitada en características y 
etiquetas para la regresión. Únicamente se pueden normalizar las características para la clasificación 
binaria; este es el comportamiento predeterminado.

Paso 2: Capacitación

Con el algoritmo de aprendizaje lineal, usted capacita con una implementación distribuida de 
descenso de gradiente estocástico (SGD). Puede controlar el proceso de optimización eligiendo 
el algoritmo de optimización. Por ejemplo, puede optar por utilizar Adam, AdaGrad, descenso 
de gradiente estocástico, u otros algoritmos de optimización. También debe especificar sus 
hiperparámetros, como, por ejemplo, impulso, tasa de aprendizaje y la tasa de aprendizaje 
programada. Si no está seguro de qué algoritmo o valor de hiperparámetro utilizar, debe elegir un 
valor predeterminado que funcione para la mayoría de conjuntos de datos.

Durante la capacitación, usted optimiza al mismo tiempo varios modelos, cada uno de ellos con 
objetivos ligeramente diferentes. Por ejemplo, puede variar la regularización L1 o L2 y probar 
diferentes ajustes de optimizador.
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Paso 3: Validación y ajuste del umbral

Cuando se entrenan varios modelos en paralelo, los modelos se evalúan con respecto a un conjunto 
de validación para seleccionar los modelos óptimos una vez que se complete la capacitación. Para 
la regresión, el modelo óptimo es el que consigue la mejor pérdida en el conjunto de validación. 
Para la clasificación, se utiliza una muestra del conjunto de validación para calibrar el umbral de 
clasificación. El modelo óptimo seleccionado es el que obtiene los mejores criterios de selección de 
clasificación binaria en el conjunto de validación. Algunos ejemplos de dichos criterios son la medida 
F1, la precisión y la pérdida de entropía cruzada.

Note

Si no se proporciona un conjunto de validación para el algoritmo, no es posible evaluar y 
seleccionar el modelo óptimo. Para aprovechar la selección del modelo y la capacitación 
paralela, asegúrese de proporcionar un conjunto de validación para el algoritmo.

Hiperparámetros de aprendizaje lineal

La siguiente tabla contiene los hiperparámetros del algoritmo de aprendizaje lineal. Estos son los 
parámetros que establecen los usuarios para facilitar la estimación de los parámetros del modelo 
a partir de los datos. Los hiperparámetros necesarios que deben establecerse se enumerarán 
en primer lugar, en orden alfabético. Los hiperparámetros opcionales que se pueden establecer 
aparecen a continuación en la lista, también en orden alfabético. Cuando un hiperparámetro se 
establece en auto, Amazon SageMaker calculará y establecerá automáticamente el valor de ese 
hiperparámetro.

Nombre del parámetro Descripción

num_classes El número de clases para la respuesta variable. El algoritmo 
presupone que las clases se etiquetan 0, ..., num_classes - 1 .

Obligatorio cuando predictor_type  es multiclass_classif 
ier . De lo contrario, el algoritmo hace caso omiso de él.

Valores válidos: Enteros comprendidos entre 3 y 1 000 000.

predictor_type Especifica el tipo de variable de destino como una clasificación 
binaria, clasificación de varias clases, o regresión.
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Nombre del parámetro Descripción

Obligatorio

Valores válidos: binary_classifier , multiclass_classif 
ier  o regressor

accuracy_top_k A la hora de calcular la métrica de precisión de top-k para la clasifica 
ción de varias clases, el valor de k. Si el modelo asigna una de las 
puntuaciones top-k a la verdadera etiqueta, el ejemplo será puntuado 
como correcto.

Opcional

Valores válidos: enteros positivos

Valor predeterminado: 3

balance_m 
ulticlass 
_weights

Especifica si se debe usar ponderaciones de clase, que proporcionan 
a cada clase igual importancia en la función de pérdida. Solo se usa 
cuando el predictor_type  es multiclass_classifier .

Opcional

Valores válidos: true, false

Valor predeterminado: false

beta_1 Tasa de decremento exponencial para las estimaciones del primer 
momento. Se aplica solo cuando el valor de optimizer  es adam.

Opcional

Valores válidos: auto o de valor de punto flotante comprendido entre 
0 y 1,0

Valor predeterminado: auto
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Nombre del parámetro Descripción

beta_2 Tasa de decremento exponencial para las estimaciones de segundo 
momento. Se aplica solo cuando el valor de optimizer  es adam.

Opcional

Valores válidos: auto o entero de punto flotante comprendido entre 0 
y 1,0

Valor predeterminado: auto

bias_lr_mult Permite una tasa de aprendizaje diferente para el plazo de sesgo. 
La tasa de aprendizaje real para el sesgo es learning_rate  *
bias_lr_mult .

Opcional

Valores válidos: auto o entero positivo de punto flotante

Valor predeterminado: auto

bias_wd_mult Permite una regularización diferente para el plazo de sesgo. La 
ponderación de regularización de L2 real para el sesgo es wd *
bias_wd_mult . De forma predeterminada, no hay ninguna regulariz 
ación en el plazo de sesgo.

Opcional

Valores válidos: auto o entero no negativo de punto flotante

Valor predeterminado: auto
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Nombre del parámetro Descripción

binary_cl 
assifier_ 
model_sel 
ection_criteria

Cuando predictor_type  se establece en binary_classifier , 
los criterios de evaluación del modelo para el conjunto de datos de 
validación (o para el conjunto de datos de capacitación si no proporcio 
na un conjunto de datos de validación). Los criterios incluyen:

• accuracy: el modelo con la mayor precisión.

• f_beta: el modelo con la mayor puntuación f1. El valor predeterm 
inado es F1.

• precision_at_target_recall : el modelo con la máxima 
precisión en un objetivo de exhaustividad determinado.

• recall_at_target_precision : el modelo con la máxima 
exhaustividad en un objetivo de precisión determinado.

• loss_function : el modelo con el valor más bajo de la función de 
pérdida utilizado en el entrenamiento.

Opcional

Valores válidos: accuracy, f_beta, precision_at_targe 
t_recall , recall_at_target_precision , o loss_func 
tion

Valor predeterminado: accuracy
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Nombre del parámetro Descripción

early_sto 
pping_patience

El número de fechas de inicio para esperar antes de finalizar la 
capacitación si no se realiza ninguna mejora en la métrica relevante 
. Si ha proporcionado un valor para binary_classifier_ 
model_selection_criteria . la métrica es dicho valor. De 
lo contrario, la métrica es la misma que el valor especificado para el 
hiperparámetro loss.

La métrica se evalúa en los datos de validación. Si no ha proporcio 
nado datos de validación, la métrica siempre la misma que el valor 
especificado para el hiperparámetro loss y se evalúa en los datos 
de capacitación. Para deshabilitar la parada precoz, establezca
early_stopping_patience  en un valor mayor que el valor 
especificado para epochs.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 3

early_sto 
pping_tolerance

Tolerancia relativa para medir una mejora en la pérdida. Si la 
proporción de la mejora en la pérdida dividida por la mejor pérdida 
anterior es inferior a este valor, la detención precoz considera que la 
mejora es cero.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 0.001

epochs Número máximo de iteraciones en los datos de capacitación.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 15
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Nombre del parámetro Descripción

f_beta El valor de beta que se ha de emplear al calcular las métricas 
de puntuación F para la clasificación binaria o de varias clases. 
También se utiliza si el valor definido para binary_classifier_ 
model_selection_criteria  es f_beta.

Opcional

Valores válidos: enteros positivos de punto flotante

Valor predeterminado: 1.0

feature_dim El número de características en los datos de entrada.

Opcional

Valores válidos: auto o entero positivo

Valores predeterminados: auto

huber_delta El parámetro de pérdida de Huber. Durante la evaluación métrica y de 
capacitación, compute la pérdida L2 de errores inferiores a delata y de 
pérdida L1 de errores superiores a delta.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 1.0

init_bias Ponderación inicial para el plazo de sesgo.

Opcional

Valores válidos: Entero de punto flotante

Valor predeterminado: 0
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Nombre del parámetro Descripción

init_method Establece la función de distribución inicial que se utiliza para 
ponderaciones de modelo. Las funciones incluyen:

• uniform: distribuido uniformemente entre (-escala, +escala).

• normal: distribución normal, con media 0 y sigma.

Opcional

Valores válidos: uniform o normal

Valor predeterminado: uniform

init_scale Escala una distribución uniforme para ponderaciones de modelo. Se 
aplica solo cuando se establece el hiperparámetro init_method  en
uniform.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 0.07

init_sigma La desviación estándar inicial para la distribución normal. Se aplica 
solo cuando se establece el hiperparámetro init_method  en
normal.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 0.01
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Nombre del parámetro Descripción

l1 El parámetro de regularización de L1. Si no desea utilizar la regulariz 
ación de L1, establezca el valor en 0.

Opcional

Valores válidos: auto o número flotante no negativo

Valor predeterminado: auto

learning_rate El tamaño del paso usado por el optimizador para actualizaciones de 
parámetros.

Opcional

Valores válidos: auto o entero positivo de punto flotante

Valor predeterminado: auto, cuyo valor depende del optimizador 
elegido.
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Nombre del parámetro Descripción

loss Especifica la función de pérdida.

Las funciones de pérdida disponibles y sus valores predeterminados 
dependen del valor de predictor_type :

• Si la predictor_type  se establece en regressor , las 
opciones disponibles son auto, squared_loss , absolute_ 
loss , eps_insensitive_squared_loss , eps_insen 
sitive_absolute_loss , quantile_loss  y huber_los 
s . El valor predeterminado de auto es squared_loss .

• Si la predictor_type  se establece en binary_classifier , 
las opciones disponibles son auto, logistic y hinge_loss . El 
valor predeterminado de auto es logistic.

• Si la predictor_type  se establece en multiclass_classif 
ier , las opciones disponibles son auto y softmax_loss . El 
valor predeterminado de auto es softmax_loss .

Valores válidos: auto, logistic, squared_loss , absolute_ 
loss , hinge_loss , eps_insensitive_squared_loss ,
eps_insensitive_absolute_loss , quantile_loss  o
huber_loss

Opcional

Valor predeterminado: auto

loss_inse 
nsitivity

El parámetro para el tipo de pérdida epsilon-insensible. Durante la 
evaluación métrica y de capacitación, cualquier error inferior a este 
valor se considera cero.

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 0.01
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Nombre del parámetro Descripción

lr_schedu 
ler_factor

Para cada hiperparámetro lr_scheduler_step , la tasa de 
aprendizaje disminuye en esta cantidad. Se aplica solo cuando se 
establece el hiperparámetro use_lr_scheduler  en true.

Opcional

Valores válidos: auto o positivo de punto flotante comprendido entre 0 
y 1

Valor predeterminado: auto

lr_schedu 
ler_minimum_lr

La tasa de aprendizaje nunca disminuye a un valor inferior al valor 
establecido para lr_scheduler_minimum_lr . Se aplica solo 
cuando se establece el hiperparámetro use_lr_scheduler  en
true.

Opcional

Valores válidos: auto o entero positivo de punto flotante

Valores predeterminados: auto

lr_scheduler_step El número de pasos entre disminuciones de la tasa de aprendizaje. 
Se aplica solo cuando se establece el hiperparámetro use_lr_sc 
heduler  en true.

Opcional

Valores válidos: auto o entero positivo

Valor predeterminado: auto

margin El margen para la función hinge_loss .

Opcional

Valores válidos: Entero positivo de punto flotante

Valor predeterminado: 1.0
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Nombre del parámetro Descripción

mini_batch_size El número de observaciones por minilote para el iterador de datos.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1000

momentum El impulso del optimizador sgd.

Opcional

Valores válidos: auto o un entero de punto flotante comprendido entre 
0 y 1,0

Valor predeterminado: auto

normalize_data Normaliza los datos de la característica antes de la capacitación. La 
normalización de los datos convierte los datos de cada característica 
para que tengan una media de cero y los escala para que tenga la 
desviación estándar de la unidad.

Opcional

Valores válidos: auto, true o false

Valor predeterminado: true
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Nombre del parámetro Descripción

normalize_label Normaliza la etiqueta. La normalización de las etiquetas cambia la 
etiqueta para que tenga una media de cero y la escala para que tenga 
la desviación estándar de la unidad.

El valor auto predeterminado normaliza la etiqueta para problemas 
de regresión, pero no para problemas de clasificación. Si establece 
el hiperparámetro normalize_label  en true para problemas de 
clasificación, el algoritmo hace caso omiso de él.

Opcional

Valores válidos: auto, true o false

Valor predeterminado: auto

num_calib 
ration_samples

Número de observaciones del conjunto de datos de validación para 
usar en la calibración de modelo (cuando se encuentra el mejor 
umbral).

Opcional

Valores válidos: auto o entero positivo

Valor predeterminado: auto

num_models Número de modelos para capacitación en paralelo. Para el valor 
predeterminado, auto, el algoritmo decide el número de modelos en 
paralelo a capacitar. Se realiza la capacitación de un modelo según el 
parámetro de capacitación determinado (regularización, optimizador y 
pérdida) y el resto mediante parámetros cerrados.

Opcional

Valores válidos: auto o entero positivo

Valores predeterminados: auto
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Nombre del parámetro Descripción

num_point 
_for_scaler

El número de puntos de datos a usar para calcular la normalización o 
para establecer plazos sin sesgo.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10,000

optimizer El algoritmo de optimización que se va a utilizar.

Opcional

Valores válidos:

• auto: el valor predeterminado.

• sgd: descenso de gradiente estocástico.

• adam: estimación de momento adaptativa.

• rmsprop: una técnica de optimización basada en gradientes que 
utiliza una media móvil de gradientes cuadrados para normalizar el 
gradiente.

Valor predeterminado: auto. El ajuste predeterminado de auto es
adam.
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Nombre del parámetro Descripción

positive_ 
example_w 
eight_mult

La ponderación asignada a ejemplos positivos cuando se capacita 
un clasificador binario. La ponderación de los ejemplos negativos se 
fija en 1. Si desea que el algoritmo elija una ponderación de manera 
que los errores en los ejemplos de clasificación negativos frente 
a positivos tenga el mismo impacto en la pérdida de capacitación, 
especifique balanced. Si desea que el algoritmo elija la ponderación 
que optimice el rendimiento, especifique auto.

Opcional

Valores válidos: balanced, auto o un entero positivo de punto 
flotante

Valor predeterminado: 1.0

quantile El cuantil para pérdida de cuantil. Para el cuantil q, el modelo intenta 
producir predicciones de modo que el valor de true_label  sea 
mayor que la predicción con probabilidad q.

Opcional

Valores válidos: entero de punto flotante comprendido entre 0 y 1

Valor predeterminado: 0.5

target_precision La precisión de destino. Si binary_classifier_model_sel 
ection_criteria  tiene el valor recall_at_target_p 
recision , entonces se mantiene precisión en este valor al mismo 
tiempo que se optimiza rellamada.

Opcional

Valores válidos: Entero de punto flotante comprendido entre 0 y 1,0

Valor predeterminado: 0.8
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Nombre del parámetro Descripción

target_recall La rellamada de destino. Si binary_classifier_model_sel 
ection_criteria  tiene el valor precision_at_targe 
t_recall , entonces se mantiene rellamada en este valor al mismo 
tiempo que se optimiza precisión.

Opcional

Valores válidos: Entero de punto flotante comprendido entre 0 y 1,0

Valor predeterminado: 0.8

unbias_data Establece las características sin sesgo antes de la capacitación de 
modo que la media sea 0. De forma predeterminada, los datos no 
están sesgados si el hiperparámetro use_bias se establece en true.

Opcional

Valores válidos: auto, true o false

Valor predeterminado: auto

unbias_label Establece las etiquetas sin sesgo antes de la capacitación de modo 
que la media sea 0. Se aplica a la regresión solo si el use_bias
hiperparámetro se establece en true.

Opcional

Valores válidos: auto, true o false

Valor predeterminado: auto

use_bias Especifica si el modelo debe incluir un término de sesgo, que es el 
término interceptar en la ecuación lineal.

Opcional

Valores válidos: true o false

Valor predeterminado: true
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Nombre del parámetro Descripción

use_lr_scheduler Cuándo usar un programador para la tasa de aprendizaje. Si desea 
utilizar un programador, especifique true.

Opcional

Valores válidos: true o false

Valor predeterminado: true

wd El parámetro de degradación de ponderación, que también se conoce 
como parámetro de regularización de L2. Si no desea utilizar la 
regularización de L2, establezca el valor en 0.

Opcional

Valores válidos: auto o entero no negativo de punto flotante

Valor predeterminado: auto

Ajustar un modelo de aprendizaje lineal

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

El algoritmo de aprendizaje lineal también dispone de un mecanismo interno para ajustar 
hiperparámetros independiente del ajuste de modelo automático que se describe aquí. De forma 
predeterminada, el algoritmo de aprendizaje lineal ajusta hiperparámetros capacitando varios 
modelos en paralelo. Cuando se utiliza ajuste de modelos automático, el mecanismo de ajuste 
de aprendizaje lineal interno está desactivado de forma automática. Esto establece el número de 
modelos paralelos, num_models, a 1. El algoritmo no tiene en cuenta los valores que establezca 
para num_models.

Uso de algoritmos integrados 2863



Amazon SageMaker Guía para desarrolladores

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas computadas por el algoritmo de aprendizaje lineal

El algoritmo de aprendizaje lineal informa de la las métricas en la siguiente tabla, que se calcula 
durante la capacitación. Elija uno de ellos como métrica objetivo. Para evitar sobreajustes, se 
recomienda ajustar el modelo en una métrica de validación en lugar de una capacitación métrica.

Nombre de métrica Descripción Dirección de 
optimización

test:abso 
lute_loss

La pérdida absoluta del modelo final en el 
conjunto de datos de prueba. Esta métrica 
objetivo solo es válida para regresión.

Minimizar

test:bina 
ry_classi 
fication_ 
accuracy

La precisión del modelo final en el conjunto de 
datos de prueba. Esta métrica objetivo solo es 
válida para la clasificación binaria.

Maximizar

test:bina 
ry_f_beta

La puntuación F-beta del modelo final en 
el conjunto de datos de prueba. De forma 
predeterminada, se trata de la puntuación F1, 
que es la media armónica de la precisión y la 
recuperación. Esta métrica objetivo solo es 
válida para la clasificación binaria.

Maximizar

test:dcg La ganancia acumulada descontada del 
modelo final en el conjunto de datos de prueba. 
Esta métrica objetivo solo es válida para la 
clasificación multiclase.

Maximizar

test:macr 
o_f_beta

La puntuación F-beta del modelo final en el 
conjunto de datos de prueba. Esta métrica 
objetivo solo es válida para la clasificación 
multiclase.

Maximizar
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Nombre de métrica Descripción Dirección de 
optimización

test:macr 
o_precision

La precisión del modelo final en el conjunto de 
datos de prueba. Esta métrica objetivo solo es 
válida para la clasificación multiclase.

Maximizar

test:macr 
o_recall

La puntuación de exhaustividad del modelo 
final en el conjunto de datos de prueba. Esta 
métrica objetivo solo es válida para la clasifica 
ción multiclase.

Maximizar

test:mse El error cuadrático medio del modelo final en 
el conjunto de datos de prueba. Esta métrica 
objetivo solo es válida para regresión.

Minimizar

test:mult 
iclass_ac 
curacy

La precisión del modelo final en el conjunto de 
datos de prueba. Esta métrica objetivo solo es 
válida para la clasificación multiclase.

Maximizar

test:mult 
iclass_to 
p_k_accuracy

La precisión entre las k etiquetas principal 
es pronosticadas en el conjunto de datos de 
prueba. Si elige esta métrica como objetivo, 
le recomendamos establecer el valor de k 
mediante el hiperparámetro accuracy_ 
top_k . Esta métrica objetivo solo es válida 
para la clasificación multiclase.

Maximizar

test:obje 
ctive_loss

El valor medio del función de pérdida objetivo 
en el conjunto de datos de prueba después 
de que el modelo sea capacitado. De forma 
predeterminada, la pérdida es la pérdida 
logística para clasificación binaria y pérdida 
cuadrática para regresión. Para establecer la 
pérdida a otros tipos, utilice el loss hiperpará 
metro.

Minimizar
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Nombre de métrica Descripción Dirección de 
optimización

test:precision La precisión del modelo final en el conjunto 
de datos de prueba. Si elige esta métrica 
como objetivo, recomendamos configura 
r una rellamada objetivo estableciendo el
binary_classifier_model_sel 
ection  hiperparámetro en precision 
_at_target_recall  y definir el valor para 
el target_recall  hiperparámetro. Esta 
métrica objetivo solo es válida para la clasifica 
ción binaria.

Maximizar

test:recall La rellamada del modelo final en el conjunto 
de datos de prueba. Si elige esta métrica 
como objetivo, recomendamos configurar una 
precisión objetivo estableciendo el hiperpará 
metro binary_classifier_model_sel 
ection  en recall_at_target_p 
recision  y definiendo el valor para el 
hiperparámetro target_precision . Esta 
métrica objetivo solo es válida para la clasifica 
ción binaria.

Maximizar

test:roc_ 
auc_score

El área bajo la curva característica operativa 
receptora (curva ROC) del modelo final en el 
conjunto de datos de prueba. Esta métrica 
objetivo solo es válida para la clasificación 
binaria.

Maximizar

validatio 
n:absolut 
e_loss

La pérdida absoluta del modelo final en el 
conjunto de datos de validación. Esta métrica 
objetivo solo es válida para regresión.

Minimizar
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Nombre de métrica Descripción Dirección de 
optimización

validatio 
n:binary_ 
classific 
ation_accuracy

La precisión del modelo final en la validación 
del conjunto de datos de prueba. Esta métrica 
objetivo solo es válida para la clasificación 
binaria.

Maximizar

validatio 
n:binary_ 
f_beta

La puntuación F-beta del modelo final en la 
validación del conjunto de datos. De forma 
predeterminada, la puntuación F-beta es la 
puntuación F1, que es la media armónica 
de las métricas validation:recall  y
validation:precision . Esta métrica 
objetivo solo es válida para la clasificación 
binaria.

Maximizar

validation:dcg La ganancia acumulada descontada del 
modelo final en el conjunto de datos de 
validación. Esta métrica objetivo solo es válida 
para la clasificación multiclase.

Maximizar

validatio 
n:macro_f_beta

La puntuación F-beta del modelo final en la 
validación del conjunto de datos. Esta métrica 
objetivo solo es válida para la clasificación 
multiclase.

Maximizar

validatio 
n:macro_p 
recision

La puntuación de precisión del modelo final 
en el conjunto de datos de validación. Esta 
métrica objetivo solo es válida para la clasifica 
ción multiclase.

Maximizar

validatio 
n:macro_recall

La puntuación de exhaustividad del modelo 
final en el conjunto de datos de validación. Esta 
métrica objetivo solo es válida para la clasifica 
ción multiclase.

Maximizar
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Nombre de métrica Descripción Dirección de 
optimización

validation:mse El error cuadrático medio del modelo final en el 
conjunto de datos de validación. Esta métrica 
objetivo solo es válida para regresión.

Minimizar

validatio 
n:multicl 
ass_accuracy

La precisión del modelo final en la validación 
del conjunto de datos de prueba. Esta métrica 
objetivo solo es válida para la clasificación 
multiclase.

Maximizar

validatio 
n:multicl 
ass_top_k 
_accuracy

La precisión entre las k etiquetas principal 
es pronosticadas en el conjunto de datos 
de validación. Si elige esta métrica como 
objetivo, le recomendamos establecer el valor 
de k mediante el hiperparámetro accuracy_ 
top_k . Esta métrica objetivo solo es válida 
para la clasificación multiclase.

Maximizar

validatio 
n:objecti 
ve_loss

El valor medio de la función de pérdida objetivo 
en el conjunto de datos de validación de cada 
fecha de inicio. De forma predeterminada, la 
pérdida es la pérdida logística para clasifica 
ción binaria y pérdida cuadrática para regresión 
. Para establecer la pérdida a otros tipos, utilice 
el loss hiperparámetro.

Minimizar
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Nombre de métrica Descripción Dirección de 
optimización

validatio 
n:precision

La precisión del modelo final en el conjunto 
de datos de validación. Si elige esta métrica 
como objetivo, recomendamos configura 
r una rellamada objetivo estableciendo el
binary_classifier_model_sel 
ection  hiperparámetro en precision 
_at_target_recall  y definir el valor para 
el target_recall  hiperparámetro. Esta 
métrica objetivo solo es válida para la clasifica 
ción binaria.

Maximizar

validatio 
n:recall

La precisión del modelo final en el conjunto 
de datos de validación. Si elige esta métrica 
como objetivo, recomendamos configurar una 
precisión objetivo estableciendo el hiperpará 
metro binary_classifier_model_sel 
ection  en recall_at_target_p 
recision  y definiendo el valor para el 
hiperparámetro target_precision . Esta 
métrica objetivo solo es válida para la clasifica 
ción binaria.

Maximizar

validation:rmse La raíz del error cuadrático medio del modelo 
final en el conjunto de datos de validación. Esta 
métrica objetivo solo es válida para regresión.

Minimizar

validatio 
n:roc_auc 
_score

El área bajo la curva característica operativa 
receptora (curva ROC) del modelo final en el 
conjunto de datos de validación. Esta métrica 
objetivo solo es válida para la clasificación 
binaria.

Maximizar
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Ajuste de hiperparámetros de aprendizaje lineal

Puede ajustar un modelo de aprendizaje lineal con los siguientes hiperparámetros.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

wd ContinuousParameterRanges MinValue: 1e-7,
MaxValue: 1

l1 ContinuousParameterRanges MinValue: 1e-7,
MaxValue: 1

learning_rate ContinuousParameterRanges MinValue: 1e-5,
MaxValue: 1

mini_batch_size IntegerParameterRanges MinValue: 100,
MaxValue: 5000

use_bias CategoricalParameterRanges [True, False]

positive_ 
example_w 
eight_mult

ContinuousParameterRanges MinValue: 1e-5,
MaxValue: 1e5

Formatos de respuesta de aprendizaje lineal

Formato de respuesta JSON

Todos los algoritmos integrados de Amazon SageMaker siguen el formato de inferencia de entrada 
común descrito en Common Data Formats - Inference. A continuación se indican los formatos de 
salida disponibles para el algoritmo de aprendizaje lineal de SageMaker.

Clasificación binaria

let response =   { 
    "predictions":    [ 
        { 
            "score": 0.4, 

Uso de algoritmos integrados 2870

https://docs.aws.amazon.com/sagemaker/latest/dg/cdf-inference.html


Amazon SageMaker Guía para desarrolladores

            "predicted_label": 0 
        }  
    ]
}

Clasificación multiclase

let response =   { 
    "predictions":    [ 
        { 
            "score": [0.1, 0.2, 0.4, 0.3], 
            "predicted_label": 2 
        }  
    ]
}

Regresión

let response =   { 
    "predictions":    [ 
        { 
            "score": 0.4 
        }  
    ]
}

Formatos de respuesta JSONLINES

Clasificación binaria

{"score": 0.4, "predicted_label": 0}

Clasificación multiclase

{"score": [0.1, 0.2, 0.4, 0.3], "predicted_label": 2}

Regresión

{"score": 0.4}
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Formatos de respuesta RECORDIO

Clasificación binaria

[ 
    Record = { 
        features = {}, 
        label = { 
            'score': { 
                keys: [], 
                values: [0.4]  # float32 
            }, 
            'predicted_label': { 
                keys: [], 
                values: [0.0]  # float32 
            } 
        } 
    }
]

Clasificación multiclase

[ 
    Record = { 
    "features": [], 
    "label":    { 
            "score":  { 
                    "values":   [0.1, 0.2, 0.3, 0.4]    
            }, 
            "predicted_label":  { 
                    "values":   [3] 
            } 
       }, 
    "uid":  "abc123", 
    "metadata": "{created_at: '2017-06-03'}" 
   }
]

Regresión

[ 
    Record = { 
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        features = {}, 
        label = { 
            'score': { 
                keys: [], 
                values: [0.4]  # float32 
            }    
        } 
    }
]

TabTransformer

TabTransformeres una novedosa arquitectura de modelado profundo de datos tabulares para 
el aprendizaje supervisado. La TabTransformer arquitectura se basa en self-attention-based 
Transformers. Las capas de transformadores convierten las incrustaciones de rasgos categóricos en 
incrustaciones contextuales sólidas para lograr una mayor precisión en la predicción. Además, las 
incrustaciones contextuales de las que se ha aprendido TabTransformer son muy resistentes a las 
funciones de datos ausentes o ruidosas, y ofrecen una mejor interpretabilidad.

¿Cómo utilizar SageMaker TabTransformer

Se puede utilizar TabTransformer como un algoritmo SageMaker integrado en Amazon. En la 
siguiente sección se describe cómo usarlo TabTransformer con el SDK de SageMaker Python. Para 
obtener información sobre cómo usarlo TabTransformer desde la interfaz de usuario clásica de 
Amazon SageMaker Studio, consulteSageMaker JumpStart.

• TabTransformer Utilícelo como algoritmo integrado

Utilice el algoritmo TabTransformer integrado para crear un contenedor de TabTransformer 
entrenamiento, como se muestra en el siguiente ejemplo de código. Puede detectar 
automáticamente el URI de la imagen del algoritmo TabTransformer integrado mediante 
la SageMaker image_uris.retrieve API (o la get_image_uri API si utiliza Amazon 
SageMaker Python SDK versión 2).

Tras especificar el URI de la TabTransformer imagen, puede utilizar el TabTransformer contenedor 
para crear un estimador mediante la API Estimator e iniciar un SageMaker trabajo de formación. 
El algoritmo TabTransformer integrado se ejecuta en modo script, pero el script de entrenamiento 
se proporciona automáticamente y no es necesario reemplazarlo. Si tiene una amplia experiencia 
en el uso del modo guion para crear un trabajo de SageMaker formación, puede incorporar sus 
propios guiones de TabTransformer formación.
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from sagemaker import image_uris, model_uris, script_uris

train_model_id, train_model_version, train_scope = "pytorch-
tabtransformerclassification-model", "*", "training"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the docker image
train_image_uri = image_uris.retrieve( 
    region=None, 
    framework=None, 
    model_id=train_model_id, 
    model_version=train_model_version, 
    image_scope=train_scope, 
    instance_type=training_instance_type
)

# Retrieve the training script
train_source_uri = script_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 script_scope=train_scope
)

train_model_uri = model_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 model_scope=train_scope
)

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tabular_binary/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
train"
validation_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
validation"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tabular-training"

s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

from sagemaker import hyperparameters
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# Retrieve the default hyperparameters for training the model
hyperparameters = hyperparameters.retrieve_default( 
    model_id=train_model_id, model_version=train_model_version
)

# [Optional] Override default hyperparameters with custom values
hyperparameters[ 
    "n_epochs"
] = "50"
print(hyperparameters)

from sagemaker.estimator import Estimator
from sagemaker.utils import name_from_base

training_job_name = name_from_base(f"built-in-algo-{train_model_id}-training")

# Create SageMaker Estimator instance
tabular_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location
)

# Launch a SageMaker Training job by passing the S3 path of the training data
tabular_estimator.fit( 
    { 
        "training": training_dataset_s3_path, 
        "validation": validation_dataset_s3_path, 
    }, logs=True, job_name=training_job_name
)

Para obtener más información sobre cómo configurarlo TabTransformer como algoritmo integrado, 
consulte los siguientes ejemplos de cuadernos.

• Clasificación tabular con el algoritmo Amazon SageMaker TabTransformer

• Regresión tabular con el algoritmo Amazon SageMaker TabTransformer
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Interfaz de entrada y salida para el algoritmo TabTransformer

TabTransformer funciona con datos tabulares: las filas representan las observaciones, una columna 
representa la variable o etiqueta objetivo y las columnas restantes representan las características.

La SageMaker implementación del CSV TabTransformer es compatible con el entrenamiento y la 
inferencia:

• Para el entrenamiento ContentType, las entradas válidas deben ser texto/csv.

• Para la inferencia ContentType, las entradas válidas deben ser text/csv.

Note

Para la capacitación de CSV, el algoritmo asume la variable de destino en la primera 
columna y ese CSV no dispone de un registro de encabezado.
Para la inferencia de CSV, el algoritmo asume que la entrada de CSV no dispone de la 
columna de etiqueta.

Formato de entrada para los datos de entrenamiento, los datos de validación y las características 
categóricas

Ten cuidado con el formato de los datos de entrenamiento para introducirlos en el modelo. 
TabTransformer Debe proporcionar la ruta a un bucket de Amazon S3 que contenga los datos de 
entrenamiento y de validación. También puede incluir una lista de características categóricas. Utilice 
los canales training y validation para proporcionar los datos de entrada. o utilice solo el canal
training si lo prefiere.

Uso de ambos canales (training y validation)

Puede proporcionar los datos de entrada mediante dos rutas S3, una para el canal training y otra 
para el canal validation. Cada ruta S3 puede ser un prefijo S3 que apunte a uno o más archivos 
CSV, o una ruta S3 completa que apunte a un archivo CSV específico. Las variables de destino 
deben estar en la primera columna del archivo CSV. Las variables predictoras (características) deben 
estar en las columnas restantes. Si se proporcionan varios archivos CSV para los validation
canales training o, el TabTransformer algoritmo concatena los archivos. Los datos de validación 
se utilizan para calcular una puntuación de validación al final de cada iteración de potenciación. Hay 
una interrupción anticipada cuando la puntuación de validación deja de mejorar.
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Si los predictores incluyen características categóricas, puede proporcionar un archivo JSON con 
el nombre categorical_index.json en la misma ubicación que los archivos de datos de 
entrenamiento. Si proporciona un archivo JSON para las características categóricas, el canal
training debe apuntar a un prefijo S3, y no a un archivo CSV específico. Este archivo debe 
contener un diccionario de Python donde la clave sea la cadena "cat_index_list" y el valor 
sea una lista de enteros únicos. Cada número entero de la lista de valores debe indicar el índice 
de columnas de las características categóricas correspondientes en el archivo CSV de datos de 
entrenamiento. Cada valor debe ser un entero positivo (mayor de cero, ya que cero representa 
el valor objetivo), menor que el Int32.MaxValue (2147483647) y menor que el número total de 
columnas. Solo debe haber un archivo JSON de índice categórico.

Uso del canal training exclusivamente

También puede proporcionar sus datos de entrada mediante una única ruta S3 para el canal
training. Esta ruta S3 debe apuntar a un directorio con un subdirectorio denominado
training/ que contenga uno o más archivos CSV. Si lo desea, puede incluir otro subdirectorio 
en la misma ubicación, denominado validation/, que también tenga uno o más archivos 
CSV. Si no se proporcionan los datos de validación, se toma una muestra aleatoria del 20 % 
de los datos de entrenamiento para que ejerzan como datos de validación. Si los predictores 
contienen características categóricas, puede proporcionar un archivo JSON con el nombre
categorical_index.json en la misma ubicación que los subdirectorios de datos.

Note

En el modo de entrada de entrenamiento de CSV, la memoria total disponible para 
el algoritmo (el recuento de instancias multiplicado por la memoria disponible en
InstanceType) debe poder contener el conjunto de datos de entrenamiento.

Recomendación de instancia de Amazon EC2 para el algoritmo TabTransformer

SageMaker TabTransformer admite el entrenamiento de CPU y GPU de instancia única. A 
pesar de que los costos por instancia son superiores, la capacitación de las GPU se realiza de 
forma más rápida, por lo que son más rentables. Para aprovechar el entrenamiento de la GPU, 
especifique el tipo de instancia como una de las instancias de la GPU (por ejemplo, P3). SageMaker 
TabTransformer actualmente no admite el entrenamiento con varias GPU.
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TabTransformer ejemplos de cuadernos

La siguiente tabla describe una variedad de cuadernos de muestra que abordan diferentes casos de 
uso del SageMaker TabTransformer algoritmo de Amazon.

Título del cuaderno Descripción

Clasificación tabular con el algoritmo Amazon 
SageMaker TabTransformer

Este cuaderno muestra el uso del SageMaker 
TabTransformer algoritmo de Amazon para 
entrenar y alojar un modelo de clasificación 
tabular.

Regresión tabular con el algoritmo Amazon 
SageMaker TabTransformer

En este cuaderno se muestra el uso del 
SageMaker TabTransformer algoritmo de 
Amazon para entrenar y alojar un modelo de 
regresión tabular.

Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a 
ellas, que puede utilizar para ejecutar el ejemplo, consulte. SageMaker Instancias de Amazon 
SageMaker Notebook Tras crear una instancia de bloc de notas y abrirla, seleccione la pestaña
SageMakerEjemplos para ver una lista de todas las muestras. SageMaker Para abrir un bloc de 
notas, elija su pestaña Usar y elija Crear copia.

¿Cómo TabTransformer funciona

TabTransformer es una novedosa arquitectura de modelado profundo de datos tabulares para el 
aprendizaje supervisado. TabTransformer Se basa en Transformers basados en la autoatención. 
Las capas de transformadores convierten las incrustaciones de rasgos categóricos en incrustaciones 
contextuales sólidas para lograr una mayor precisión en la predicción. Además, las incrustaciones 
contextuales de las que se ha aprendido TabTransformer son muy resistentes a las funciones de 
datos ausentes o ruidosas, y proporcionan una mejor interpretabilidad.

TabTransformer tiene un buen rendimiento en las competiciones de aprendizaje automático debido 
a su sólido manejo de una variedad de tipos de datos, relaciones y distribuciones y a la diversidad 
de hiperparámetros que se pueden ajustar con precisión. Se puede utilizar TabTransformer para 
problemas de regresión, clasificación (binaria y multiclase) y clasificación.

El siguiente diagrama ilustra la TabTransformer arquitectura.

Uso de algoritmos integrados 2878

https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/tabtransformer_tabular/Amazon_Tabular_Classification_TabTransformer.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/tabtransformer_tabular/Amazon_Tabular_Classification_TabTransformer.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/tabtransformer_tabular/Amazon_Tabular_Regression_TabTransformer.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/tabtransformer_tabular/Amazon_Tabular_Regression_TabTransformer.ipynb


Amazon SageMaker Guía para desarrolladores

Para obtener más información, consulte TabTransformer: Modelado de datos tabulares mediante 
incrustaciones contextuales.

TabTransformer hiperparámetros

La siguiente tabla contiene el subconjunto de hiperparámetros que se requieren o se utilizan con 
más frecuencia para el algoritmo de Amazon SageMaker TabTransformer . Los usuarios establecen 
estos parámetros para facilitar la estimación de los parámetros del modelo a partir de los datos. 
El SageMaker TabTransformer algoritmo es una implementación del paquete de código abierto
TabTransformer.
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Note

Los hiperparámetros predeterminados se basan en conjuntos de datos de ejemplo de
TabTransformer ejemplos de cuadernos.

El SageMaker TabTransformer algoritmo elige automáticamente una métrica de evaluación y una 
función objetivo en función del tipo de problema de clasificación. El TabTransformer algoritmo 
detecta el tipo de problema de clasificación en función del número de etiquetas de los datos. Para 
los problemas de regresión, la métrica de evaluación es R² y la función objetivo es el error cuadrático 
medio. Para los problemas de clasificación binaria, la métrica de evaluación y la función objetivo son 
la entropía cruzada binaria. Para los problemas de clasificación multiclase, la métrica de evaluación y 
la función objetivo son la entropía cruzada multiclase.

Note

Las funciones TabTransformer de métrica y objetivo de evaluación no están disponibles 
actualmente como hiperparámetros. En su lugar, el algoritmo SageMaker TabTransformer 
integrado detecta automáticamente el tipo de tarea de clasificación (regresión, binaria o 
multiclase) en función del número de enteros únicos de la columna de etiquetas y asigna una 
métrica de evaluación y una función objetivo.

Nombre del parámetro Descripción

n_epochs Número de epochs (fechas de inicio) para entrenar la red 
neuronal profunda.

Valores válidos: entero positivo.

Valor predeterminado: 5.

patience El entrenamiento se detendrá si una métrica de un punto de 
datos de validación no mejora en la última ronda patience.

Valores válidos: entero, rango (2, 60).

Valor predeterminado: 10.
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Nombre del parámetro Descripción

learning_rate La velocidad a la que se actualizan los pesos del modelo 
después de pasar por cada lote de ejemplos de entrenamiento.

Valores válidos: flotante, rango (número de coma flotante 
positivo).

Valor predeterminado: 0.001.

batch_size El número de ejemplos propagados a través de la red.

Valores válidos: entero, rango (1, 2048).

Valor predeterminado: 256.

input_dim La dimensión de las incrustaciones para codificar las columnas 
categóricas o continuas.

Valores válidos: cadena, cualquiera de los siguientes ("16",
"32", "64", "128", "256" o "512").

Valor predeterminado: "32".

n_blocks El número de bloques codificadores Transformer.

Valores válidos: entero, rango (1, 12).

Valor predeterminado: 4.

attn_dropout Tasa de eliminación aplicada a las capas de atención Multi-Hea 
d.

Valores válidos: flotante, rango (0, 1).

Valor predeterminado: 0.2.
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Nombre del parámetro Descripción

mlp_dropout La tasa de abandono se aplica a la FeedForward red dentro de 
las capas del codificador y a las capas MLP finales situadas por 
encima de los codificadores Transformer.

Valores válidos: flotante, rango (0, 1).

Valor predeterminado: 0.1.

frac_shared_embed La fracción de incrustaciones que comparten todas las diferente 
s categorías de una columna en particular.

Valores válidos: flotante, rango (0, 1).

Valor predeterminado: 0.25.

Ajuste un modelo TabTransformer

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando distintas tareas que prueban una serie de hiperparámetros 
en los conjuntos de datos de validación y entrenamiento. El ajuste del modelo se centra en los 
siguientes hiperparámetros:

Note

La función objetivo de aprendizaje y la métrica de evaluación se asignan automáticamente 
en función del tipo de tarea de clasificación, que viene determinada por el número de enteros 
únicos en la columna de etiqueta. Para obtener más información, consulte TabTransformer 
hiperparámetros.

• Una función objetivo de aprendizaje que se debe optimizar durante el entrenamiento con modelos.

• Una métrica de evaluación que se utiliza para evaluar el rendimiento del modelo durante la 
validación.

• Un conjunto de hiperparámetros y un rango de valores para emplear al ajustar el modelo 
automáticamente.
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El ajuste de modelo automático busca los hiperparámetros elegidos con el objetivo de encontrar 
una combinación de valores que genere un modelo capaz de optimizar la métrica de evaluación 
seleccionada.

Note

El ajuste automático de modelos solo TabTransformer está disponible en los SageMaker 
SDK de Amazon, no en la SageMaker consola.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas de evaluación calculadas por el algoritmo TabTransformer

El SageMaker TabTransformer algoritmo calcula las siguientes métricas para utilizarlas en la 
validación del modelo. La métrica de evaluación se asigna automáticamente en función del tipo de 
tarea de clasificación, que viene determinada por el número de enteros únicos en la columna de 
etiqueta.

Nombre de 
métrica

Descripción Dirección de 
optimización

Patrón de 
expresiones 
regulares

r2 R² maximizar "metrics= 
{'r2': (\\S
+)}"

f1_score entropía cruzada binaria maximizar "metrics= 
{'f1': (\\S
+)}"

accuracy_ 
score

entropía cruzada multiclase maximizar "metrics= 
{'accurac 
y': (\\S
+)}"
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Hiperparámetros ajustables TabTransformer

Ajuste el TabTransformer modelo con los siguientes hiperparámetros. Los hiperparámetros 
que tienen el mayor efecto en la optimización de las métricas de TabTransformer evaluación 
son:learning_rate,input_dim, n_blocks attn_dropoutmlp_dropout, y.
frac_shared_embed Para obtener una lista de todos los TabTransformer hiperparámetros, 
consulte. TabTransformer hiperparámetros

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRanges MinValue: 0,001, 
MaxValue: 0,01

input_dim CategoricalParameterRanges [16, 32, 64, 128,
256, 512]

n_blocks IntegerParameterRanges MinValue: 1, 
MaxValue 12

attn_dropout ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,8

mlp_dropout ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,8

frac_shar 
ed_embed

ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,5

Algoritmo XGBoost

XGBoost (potenciación del gradiente eXtreme) es una implementación de código abierto popular 
y eficiente del algoritmo de árboles aumentados de gradientes. La potenciación de gradientes es 
un algoritmo de aprendizaje supervisado que intenta predecir de forma apropiada una variable de 
destino mediante la combinación de un conjunto de estimaciones a partir de un conjunto de modelos 
más simples y más débiles. El algoritmo XGBoost funciona bien en competiciones de machine 
learning debido a su manejo robusto de una variedad de tipos de datos, relaciones, distribuciones 
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y la variedad de hiperparámetros que puede ajustar. Puede usar XGBoost para problemas de 
regresión, de clasificación (binaria y multiclase) y de ranking.

Puede utilizar la nueva versión del algoritmo XGBoost como un algoritmo SageMaker integrado 
en Amazon o como un marco para ejecutar scripts de entrenamiento en sus entornos locales. 
Esta implementación ocupa menos espacio de memoria, tiene un mejor registro, una validación 
de hiperparámetros mejorada y un conjunto ampliado de métricas en comparación con la versión 
original. También proporciona un estimator de XGBoost que ejecuta un script de entrenamiento 
en un entorno de XGBoost administrado. La versión actual de SageMaker XGBoost se basa en las 
versiones 1.0, 1.2, 1.3, 1.5 y 1.7 originales de XGBoost.

Versiones compatibles

• Modo marco (código abierto): 1.0-1, 1.2-1, 1.2-2, 1.3-1, 1.5-1, 1.7-1

• Modo de algoritmo: 1.0-1, 1.2-1, 1.2-2, 1.3-1, 1.5-1, 1.7-1

Warning

Debido a la capacidad de procesamiento requerida, la versión 1.7-1 de SageMaker XGBoost 
no es compatible con las instancias de GPU de la familia de instancias P2 para fines de 
entrenamiento o inferencia.

Important

Cuando recuperes el URI de la imagen de SageMaker XGBoost, no utilices :latest ni 
para la etiqueta URI de la imagen. :1 Debe especificar uno de ellos Versiones compatibles
para elegir el contenedor XGBoost SageMaker gestionado con la versión nativa del 
paquete XGBoost que desee utilizar. Para encontrar la versión del paquete migrada a los 
contenedores de SageMaker XGBoost, consulte las rutas de registro y el código de ejemplo 
de Docker, elija la suya y vaya a la sección XGBoost (algoritmo). Región de AWS
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Warning

Las versiones XGBoost 0.90 están en desuso. Ya no hay actualizaciones de seguridad ni 
correcciones para XGBoost 0.90. Se recomienda encarecidamente actualizar la versión 
XGBoost a una de las versiones más recientes.

Note

La versión 1.1 de XGBoost no es compatible SageMaker porque la XGBoost 1.1 tiene una 
capacidad insuficiente para ejecutar predicciones cuando la entrada de prueba tiene menos 
funciones que los datos de entrenamiento de las entradas de LIBSVM. Esta capacidad se 
ha restablecido en la versión 1.2 de XGBoost. Considera usar XGBoost 1.2-2 o una versión 
posterior. SageMaker

Cómo usar XGBoost SageMaker

Con SageMaker, puede usar XGBoost como un algoritmo o marco integrado. Al usar XGBoost 
como marco, tiene más flexibilidad y acceso a escenarios más avanzados, como la validación 
cruzada de k iteraciones, ya que puede personalizar sus propios scripts de entrenamiento. En las 
siguientes secciones se describe cómo usar XGBoost con el SDK de SageMaker Python. Para 
obtener información sobre cómo usar XGBoost desde la interfaz de usuario de Amazon SageMaker 
Studio Classic, consulte. SageMaker JumpStart

• Uso de XGBoost como marco de trabajo

Utilice XGBoost como marco para ejecutar los scripts de entrenamiento personalizados que 
puedan incorporar procesamiento de datos adicional en sus trabajos de entrenamiento. En el 
siguiente ejemplo de código, puede ver cómo el SDK de SageMaker Python proporciona la API 
XGBoost como marco de trabajo de la misma manera que proporciona otras API de marco, como 
TensorFlow MXNet y. PyTorch

import boto3
import sagemaker
from sagemaker.xgboost.estimator import XGBoost
from sagemaker.session import Session
from sagemaker.inputs import TrainingInput
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# initialize hyperparameters
hyperparameters = { 
        "max_depth":"5", 
        "eta":"0.2", 
        "gamma":"4", 
        "min_child_weight":"6", 
        "subsample":"0.7", 
        "verbosity":"1", 
        "objective":"reg:squarederror", 
        "num_round":"50"}

# set an output path where the trained model will be saved
bucket = sagemaker.Session().default_bucket()
prefix = 'DEMO-xgboost-as-a-framework'
output_path = 's3://{}/{}/{}/output'.format(bucket, prefix, 'abalone-xgb-framework')

# construct a SageMaker XGBoost estimator
# specify the entry_point to your xgboost training script
estimator = XGBoost(entry_point = "your_xgboost_abalone_script.py",  
                    framework_version='1.7-1', 
                    hyperparameters=hyperparameters, 
                    role=sagemaker.get_execution_role(), 
                    instance_count=1, 
                    instance_type='ml.m5.2xlarge', 
                    output_path=output_path)

# define the data type and paths to the training and validation datasets
content_type = "libsvm"
train_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'train'), 
 content_type=content_type)
validation_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 
 'validation'), content_type=content_type)

# execute the XGBoost training job
estimator.fit({'train': train_input, 'validation': validation_input})

Para ver un end-to-end ejemplo del uso de SageMaker XGBoost como marco, consulte Regresión 
con Amazon XGBoost SageMaker

• Utilizar XGBoost como algoritmo integrado

Utilice el algoritmo integrado XGBoost para crear un contenedor de entrenamiento de XGBoost tal 
como se muestra en el ejemplo de código siguiente. Puede detectar automáticamente el URI de 
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la imagen del algoritmo integrado de XGBoost mediante la SageMaker image_uris.retrieve
API (o la get_image_uri API si utiliza la versión 1 del SDK de Amazon SageMaker Python). Si 
desea asegurarse de que la API image_uris.retrieve encuentre el URI correcto, consulte 
Parámetros comunes para algoritmos integrados  y busque xgboost en la lista completa de URI 
de imagen de algoritmo incorporado y las regiones disponibles.

Después de especificar el URI de la imagen de XGBoost, puede usar el contenedor XGBoost para 
crear un estimador mediante la API Estimator e iniciar un trabajo de SageMaker formación. Este 
modo de algoritmo integrado XGBoost no incorpora su propio script de entrenamiento XGBoost y 
se ejecuta directamente en los conjuntos de datos de entrada.

Important

Cuando recupere el URI de la imagen de SageMaker XGBoost, no utilice ni para la 
etiqueta URI de la imagen. :latest :1 Debe especificar uno de ellos Versiones 
compatibles para elegir el contenedor XGBoost SageMaker gestionado con la versión 
nativa del paquete XGBoost que desee utilizar. Para encontrar la versión del paquete 
migrada a los contenedores de SageMaker XGBoost, consulte las rutas de registro y el 
código de ejemplo de Docker, elija la suya y vaya a la sección XGBoost (algoritmo). Región 
de AWS

import sagemaker
import boto3
from sagemaker import image_uris
from sagemaker.session import Session
from sagemaker.inputs import TrainingInput

# initialize hyperparameters
hyperparameters = { 
        "max_depth":"5", 
        "eta":"0.2", 
        "gamma":"4", 
        "min_child_weight":"6", 
        "subsample":"0.7", 
        "objective":"reg:squarederror", 
        "num_round":"50"}

# set an output path where the trained model will be saved
bucket = sagemaker.Session().default_bucket()
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prefix = 'DEMO-xgboost-as-a-built-in-algo'
output_path = 's3://{}/{}/{}/output'.format(bucket, prefix, 'abalone-xgb-built-in-
algo')

# this line automatically looks for the XGBoost image URI and builds an XGBoost 
 container.
# specify the repo_version depending on your preference.
xgboost_container = sagemaker.image_uris.retrieve("xgboost", region, "1.7-1")

# construct a SageMaker estimator that calls the xgboost-container
estimator = sagemaker.estimator.Estimator(image_uri=xgboost_container,  
                                          hyperparameters=hyperparameters, 
                                          role=sagemaker.get_execution_role(), 
                                          instance_count=1,  
                                          instance_type='ml.m5.2xlarge',  
                                          volume_size=5, # 5 GB  
                                          output_path=output_path)

# define the data type and paths to the training and validation datasets
content_type = "libsvm"
train_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'train'), 
 content_type=content_type)
validation_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 
 'validation'), content_type=content_type)

# execute the XGBoost training job
estimator.fit({'train': train_input, 'validation': validation_input})

Para obtener más información acerca de cómo configurar XGBoost como un algoritmo integrado, 
consulte los siguientes ejemplos de bloc de notas.

• Entrenamiento de spot administrado para XGBoost

• Regresión con Amazon SageMaker XGBoost (entrada Parquet)

Interfaz de entrada/salida para el algoritmo XGBoost

La potenciación de gradientes funciona en los datos tabulares, con las filas que representan 
observaciones, una columna que representa la variable de destino o la etiqueta, y las columnas 
restantes que representan las características.

La SageMaker implementación de XGBoost admite los siguientes formatos de datos para el 
entrenamiento y la inferencia:
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• text/libsvm (predeterminado)

• text/csv

• application/x-parquet

• aplicación/ x-recordio-protobuf

Note

Hay algunos factores que debemos tener en cuenta en relación con la entrada para el 
entrenamiento y las inferencias:

• Para el entrenamiento con entrada en columnas, el algoritmo asume que la variable 
objetivo (etiqueta) es la primera columna. Para la inferencia, el algoritmo asume que la 
entrada no dispone de la columna de etiqueta.

• En el caso de los datos CSV, la entrada no debe tener un registro de encabezado.

• Para el entrenamiento con LIBSVM, el algoritmo asume que las columnas posteriores a 
la columna de etiqueta contienen los pares de valores de índice basados en cero para 
las características. Así pues, cada fila tiene el formato : <label> <index0>:<value0> 
<index1>:<value1>.

• Para obtener información sobre los tipos de instancias y el entrenamiento distribuido, 
consulte Recomendación de instancias EC2 para el algoritmo XGBoost.

Para el modo de entrada de capacitación de CSV, la memoria total disponible para el algoritmo 
(recuento de instancia * la memoria disponible en InstanceType) debe poder almacenar el 
conjunto de datos de capacitación. Para el modo de entrada de capacitación de libsvm, no es 
necesario, pero recomendable.

Para la versión 1.3-1 y versiones posteriores, SageMaker XGBoost guarda el modelo en el formato 
binario interno de XGBoost, utilizando. Booster.save_model Las versiones anteriores utilizan el 
módulo Python pickle para serializar/deserializar el modelo.

Note

Tenga en cuenta las versiones cuando utilice un modelo XGBoost en XGBoost de código 
abierto SageMaker . Las versiones 1.3-1 y posteriores utilizan el formato binario interno 
XGBoost, mientras que las versiones anteriores utilizan el módulo Python pickle.
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Para usar un modelo entrenado con SageMaker XGBoost v1.3-1 o posterior en XGBoost de código 
abierto

• Utilice el siguiente código de Python:

import xgboost as xgb

xgb_model = xgb.Booster()
xgb_model.load_model(model_file_path)
xgb_model.predict(dtest)

Para usar un modelo entrenado con versiones anteriores de XGBoost en XGBoost de código abierto 
SageMaker

• Utilice el siguiente código de Python:

import pickle as pkl  
import tarfile

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = pkl.load(open(model_file_path, 'rb'))

# prediction with test data
pred = model.predict(dtest)

Para diferenciar la importancia de los puntos de datos etiquetados utilice los soportes de ponderación 
de instancias

• SageMaker XGBoost permite a los clientes diferenciar la importancia de los puntos de datos 
etiquetados asignando un valor de peso a cada instancia. Para la entrada text/libsvm, los 
clientes pueden asignar valores de ponderación a las instancias de datos añadiéndolos después 
de las etiquetas. Por ejemplo, label:weight idx_0:val_0 idx_1:val_1.... Para 
la entrada text/csv, los clientes deben activar la marca csv_weights en los parámetros y 
asociar los valores de ponderación en la columna después de las etiquetas. Por ejemplo,
label,weight,val_0,val_1,....
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Recomendación de instancias EC2 para el algoritmo XGBoost

SageMaker XGBoost admite el entrenamiento y la inferencia de la CPU y la GPU. Las 
recomendaciones de instancias dependen de las necesidades de entrenamiento e inferencia, así 
como de la versión del algoritmo XGBoost. Seleccione una de las siguientes opciones para obtener 
más información:

• Entrenamiento con CPU

• Entrenamiento con GPU

• Entrenamiento distribuido con CPU

• Entrenamiento distribuido con GPU

• Inferencia

Formación

El algoritmo SageMaker XGBoost admite el entrenamiento de la CPU y la GPU.

Entrenamiento con CPU

SageMaker El XGBoost 1.0-1 o versiones anteriores solo se entrena con CPU. Se trata de un 
algoritmo de vinculación de memoria (como se opone en la vinculación de computación). Por 
lo tanto, una instancia de computación de uso general (por ejemplo, M5) es una opción mejor 
que una instancia optimizada de computación (por ejemplo, C4). Además, recomendamos que 
disponga de suficiente memoria en total en las instancias seleccionadas para almacenar los datos 
de capacitación. Aunque admite el uso del espacio en disco para gestionar datos que no caben en 
la memoria principal ( out-of-core función disponible en el modo de entrada libsvm), la escritura de 
archivos de caché en el disco reduce el tiempo de procesamiento del algoritmo.

Entrenamiento con GPU

SageMaker La versión 1.2-2 o posterior de XGBoost admite el entrenamiento con la GPU. A pesar 
de que los costos por instancia son superiores, la capacitación de las GPU se realiza de forma más 
rápida, por lo que son más rentables.

SageMaker La versión 1.2-2 o posterior de XGBoost admite las familias de instancias de GPU P2, 
P3, G4dn y G5.
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SageMaker La versión 1.7-1 o posterior de XGBoost admite las familias de instancias de GPU P3, 
G4dn y G5. Tenga en cuenta que, debido a los requisitos de capacidad informática, la versión 1.7-1 o 
posterior no es compatible con la familia de instancias P2.

Para sacarle provecho al entrenamiento con GPU, especifique el tipo de instancia como una de 
las instancias de la GPU (por ejemplo, P3), y configure el hiperparámetro tree_method como
gpu_hist en el script existente de XGBoost.

Entrenamiento distribuido

SageMaker XGBoost admite instancias de CPU y GPU para el entrenamiento distribuido.

Entrenamiento distribuido con CPU

Para ejecutar el entrenamiento con CPU en varias instancias, defina el parámetro instance_count
del estimador en un valor superior a uno. Los datos de entrada se deben dividir entre el número total 
de instancias.

División de datos de entrada entre las instancias

Divida los datos de entrada mediante los siguientes pasos:

1. Separe los datos de entrada en archivos más pequeños. La cantidad de archivos debe ser, al 
menos, igual a la cantidad de instancias utilizadas para el entrenamiento distribuido. El uso de 
varios archivos más pequeños, en lugar de uno grande, también reduce el tiempo de descarga 
de datos para el trabajo de entrenamiento.

2. Al crear la suya TrainingInput, defina el parámetro de distribución en. ShardedByS3Key Este 
parámetro garantiza que cada instancia reciba aproximadamente 1/n del número de archivos de 
S3 si hay n instancias especificadas en el trabajo de entrenamiento.

Entrenamiento distribuido con GPU

Puede utilizar el entrenamiento distribuido con instancias de una o varias GPU.

Entrenamiento distribuido con instancias de una sola GPU

SageMaker Las versiones 1.2-2 a 1.3-1 de XGBoost solo admiten el entrenamiento de instancias con 
una sola GPU. Esto significa que, aunque seleccione una instancia con varias GPU, solo se utilizará 
una GPU por instancia.
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Si usa las versiones 1.2-2 a 1.3-1 de XGBoost, o si no necesita usar instancias con varias GPU, 
debe dividir los datos de entrada entre el número total de instancias. Para obtener más información, 
consulte División de datos de entrada entre las instancias.

Note

Las versiones 1.2-2 a 1.3-1 de SageMaker XGBoost solo utilizan una GPU por instancia, 
incluso si eliges una instancia con varias GPU.

Entrenamiento distribuido con instancias de varias GPU

A partir de la versión 1.5-1, XGBoost ofrece entrenamiento de GPU distribuido con Dask 
SageMaker . Con Dask, puede utilizar todas las GPU cuando utilice una o más instancias de varias 
GPU. Dask también funciona cuando se utilizan instancias de una sola GPU.

Siga estos pasos para entrenar con Dask:

1. Omite el distribution parámetro en tu ordenador o configúralo en.
TrainingInputFullyReplicated

2. Al definir los hiperparámetros, establezca use_dask_gpu_training en "true".

Important

El entrenamiento distribuido con Dask solo admite los formatos de entrada CSV y Parquet. Si 
utiliza otros formatos de datos, como LIBSVM o PROTOBUF, el trabajo de entrenamiento no 
se llevará a cabo.
Con datos Parquet, debe guardar los nombres de las columnas como cadenas. Las 
columnas que tienen nombres de otros tipos de datos no se cargarán.

Important

El entrenamiento distribuido con Dask no admite el modo canalización. Si se especifica el 
modo canalización, el trabajo de entrenamiento no se llevará a cabo.
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Hay algunas consideraciones a tener en cuenta a la hora de entrenar SageMaker XGBoost con 
Dask. Divida los datos en archivos más pequeños. Dask lee cada archivo de Parquet como una 
partición. Hay un proceso de trabajo de Dask para cada GPU, por lo que el número de archivos debe 
ser mayor que el número total de GPU (número de instancias * número de GPU por instancia). Tener 
una gran cantidad de archivos también puede reducir el rendimiento. Para obtener más información, 
consulte Dask Best Practices.

Variaciones en la producción

El hiperparámetro tree_method especificado determina el algoritmo que se utiliza para el 
entrenamiento con XGBoost. Los métodos de árbol (approx, hist y gpu_hist) son todos 
aproximados, y utilizan bocetos para el cálculo de cuantiles. Para obtener más información, consulte
Tree Methods en la documentación de XGBoost. El boceto es un algoritmo aproximado. Por lo 
tanto, cabe esperar variaciones en el modelo en función de factores como el número de procesos 
de trabajo elegidos para el entrenamiento distribuido. La importancia de la variación depende de los 
datos.

Inferencia

SageMaker XGBoost admite instancias de CPU y GPU para realizar inferencias. Para obtener 
información sobre los tipos de instancias para la inferencia, consulte Tipos de instancias de Amazon 
SageMaker ML.

Cuadernos de ejemplo de XGBoost

En la siguiente tabla se describen varios ejemplos de cuadernos que abordan distintos casos de uso 
del algoritmo Amazon SageMaker XGBoost.

Título del cuaderno Descripción

How to Create a Custom XGBoost container? En este cuaderno se muestra cómo crear 
un contenedor XGBoost personalizado con 
Amazon SageMaker Batch Transform.

Regression with XGBoost using Parquet Este cuaderno muestra cómo utilizar el 
conjunto de datos Abalone en Parquet para 
entrenar un modelo XGBoost.
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Título del cuaderno Descripción

How to Train and Host a Multiclass Classific 
ation Model?

Este cuaderno muestra cómo utilizar el 
conjunto de datos de MNIST para entrenar y 
alojar un modelo de clasificación multiclase.

How to train a Model for Customer Churn 
Prediction?

En este cuaderno, se muestra cómo entrenar 
un modelo para predecir la salida de clientes 
en un operador móvil a fin de identificar a los 
clientes insatisfechos.

Introducción a la infraestructura Amazon 
SageMaker Managed Spot para XGBoost 
Training

Este cuaderno muestra cómo utilizar las 
instancias de spot para el entrenamiento con 
un contenedor XGBoost.

¿Cómo usar Amazon SageMaker Debugger 
para depurar trabajos de formación de 
XGBoost?

En este cuaderno se muestra cómo utilizar 
Amazon SageMaker Debugger para supervisa 
r los trabajos de formación y detectar incoheren 
cias mediante reglas de depuración integradas.

¿Cómo utilizar Amazon SageMaker Debugger 
para depurar los trabajos de formación de 
XGBoost en tiempo real?

En este cuaderno se muestra cómo utilizar 
el conjunto de datos MNIST y Amazon 
SageMaker Debugger para realizar análisis 
en tiempo real de los trabajos de formación 
de XGBoost mientras se están ejecutando los 
trabajos de formación.

Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a ellas en las 
que puede ejecutar el ejemplo, consulte. SageMaker Instancias de Amazon SageMaker Notebook
Una vez que haya creado una instancia de bloc de notas y la haya abierto, seleccione la pestaña
SageMakerEjemplos para ver una lista de todos los ejemplos. SageMaker Los blocs de notas de 
modelado de ejemplos que utilizan los algoritmos de aprendizaje lineal se encuentran en la sección 
de introducción a algoritmos de Amazon. Para abrir un bloc de notas, elija su pestaña Usar y elija
Crear copia.

Uso de algoritmos integrados 2896

https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_amazon_algorithms/xgboost_mnist/xgboost_mnist.html
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_amazon_algorithms/xgboost_mnist/xgboost_mnist.html
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_applying_machine_learning/xgboost_customer_churn/xgboost_customer_churn.html
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_applying_machine_learning/xgboost_customer_churn/xgboost_customer_churn.html
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_amazon_algorithms/xgboost_abalone/xgboost_managed_spot_training.html
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_amazon_algorithms/xgboost_abalone/xgboost_managed_spot_training.html
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_amazon_algorithms/xgboost_abalone/xgboost_managed_spot_training.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_realtime_analysis/xgboost-realtime-analysis.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_realtime_analysis/xgboost-realtime-analysis.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_realtime_analysis/xgboost-realtime-analysis.html


Amazon SageMaker Guía para desarrolladores

Funcionamiento de XGBoost

XGBoost es una implementación de código abierto popular y eficiente del algoritmo de árboles 
aumentados. La potenciación de gradientes es un algoritmo de aprendizaje supervisado que intenta 
predecir de forma apropiada una variable de destino mediante la combinación de estimaciones de un 
conjunto de modelos más simples y más débiles.

Cuando se utiliza la potenciación del gradiente para la regresión, los aprendices débiles son árboles 
de regresión y cada árbol de regresión mapea un punto de datos de entrada en una de sus hojas 
que contiene una puntuación continua. XGBoost minimiza una función de objetivo regularizada (L1 
y L2) que combina una función de pérdida convexa (según la diferencia entre las salidas de destino 
y previstas) y un plazo de penalización para la complejidad de modelos (es decir, las funciones de 
árboles de regresión). La capacitación avanza de forma iterativa, agregando nuevos árboles que 
predicen los residuos de errores de los árboles anteriores que se combinan después con los árboles 
anteriores para realizar la predicción final. Se denomina potenciación del gradiente porque utiliza un 
algoritmo de gradiente descendente para minimizar la pérdida cuando se agregan nuevos modelos.

Esta es una sencilla descripción gráfica sobre el funcionamiento de la potenciación de árboles por 
gradiente.
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Para obtener más información sobre XGBoost, consulte:

• XGBoost: Un sistema de potenciación del árbol escalable

• Potenciación de árboles por gradiente

• Introducción a los árboles con potenciación

Hiperparámetros de XGBoost

La siguiente tabla contiene el subconjunto de hiperparámetros que se requieren o se utilizan con 
más frecuencia para el algoritmo Amazon SageMaker XGBoost. Estos son los parámetros que 
establecen los usuarios para facilitar la estimación de los parámetros del modelo a partir de los 
datos. Los hiperparámetros necesarios que deben establecerse se enumerarán en primer lugar, en 
orden alfabético. Los hiperparámetros opcionales que se pueden establecer aparecen a continuación 
en la lista, también en orden alfabético. El algoritmo XGBoost de SageMaker es una implementación 
del paquete DMLC XGBoost de código abierto. Para obtener más información sobre el conjunto 
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completo de hiperparámetros que se pueden configurar para esta versión de XGBoost, consulte
Parámetros de XGBoost.

Nombre del parámetro Descripción

num_class Número de clases.

Es obligatorio si objective  se establece en multi:softmax o
multi:softprob.

Valores válidos: número entero.

num_round El número de rondas para ejecutar la capacitación.

Obligatorio

Valores válidos: número entero.

alpha El plazo de regularización de L1 sobre ponderaciones. Si 
aumenta este valor, hace que los modelos sean más conservad 
ores.

Opcional

Valores válidos: número flotante.

Valor predeterminado: 0

base_score La puntuación de la predicción inicial de todas las instancias 
(sesgo global).

Opcional

Valores válidos: número flotante.

Valor predeterminado: 0,5

booster Qué potenciador utilizar. Los valores gbtree y dart usan 
un modelo basado en árbol, mientras que gblinear usa una 
función lineal.
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Nombre del parámetro Descripción

Opcional

Valores válidos: Cadena. Uno de los valores de entre
"gbtree", "gblinear"  o "dart".

Valor predeterminado: "gbtree"

colsample_bylevel La proporción de submuestra de columnas para cada división, 
en cada nivel.

Opcional

Valores válidos: número flotante. Rango: [0,1].

Valor predeterminado: 1

colsample_bynode Proporción de la submuestra de columnas de cada nodo.

Opcional

Valores válidos: número flotante. Rango: (0,1].

Valor predeterminado: 1

colsample_bytree Proporción de la submuestra de columnas cuando se construye 
cada árbol.

Opcional

Valores válidos: número flotante. Rango: [0,1].

Valor predeterminado: 1
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Nombre del parámetro Descripción

csv_weights Al habilitarse esta marca, XGBoost diferencia la importancia 
de las instancias para la entrada de CSV tomando la segunda 
columna (la columna tras las etiquetas) en los datos de 
capacitación como las ponderaciones de instancias.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

deterministic_hist 
ogram

Cuando este indicador está activado, XGBoost crea un 
histograma en la GPU de forma determinista. Se utiliza solo si
tree_method  se establece en gpu_hist.

Para obtener una lista completa de entradas válidas, consulte
Parámetros de XGBoost.

Opcional

Valores válidos: Cadena. Rango: "true" o "false"

Valor predeterminado: "true"

early_stopping_rou 
nds

El modelo realiza la capacitación hasta que la puntuación de 
validación para de mejorar. El error de validación debe reducirse 
en al menos cada early_stopping_rounds  para continuar 
con la capacitación. El alojamiento de SageMaker usa el mejor 
modelo para la inferencia.

Opcional

Valores válidos: número entero.

Valor predeterminado: -
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Nombre del parámetro Descripción

eta Contracción del tamaño del paso utilizado en las actualiza 
ciones para evitar el ajuste excesivo. Después de cada paso de 
potenciación, puede obtener directamente las ponderaciones de 
las nuevas características. El parámetro eta reduce realmente 
las ponderaciones de la característica para que el proceso de 
potenciación sea más conservador.

Opcional

Valores válidos: número flotante. Rango: [0,1].

Valor predeterminado: 0,3

eval_metric Métricas de evaluación de los datos de validación. Una métrica 
predeterminada se asigna de acuerdo con el objetivo:

• rmse: para la regresión

• error: para la clasificación

• map: para la clasificación

Para obtener una lista de entradas válidas, consulte XGBoost 
Learning Task Parameters.

Opcional

Valores válidos: Cadena.

Valor predeterminado: predeterminado según el objetivo.
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Nombre del parámetro Descripción

gamma La reducción de pérdida mínima necesaria para realizar una 
partición mayor en un nodo de hoja del árbol. Conforme mayor 
sea, más conservador será el algoritmo.

Opcional

Valores válidos: número flotante. Rango: [0,∞).

Valor predeterminado: 0

grow_policy Controla la forma en la que se agregan los nuevos nodos al 
árbol. Es actualmente compatible solo si tree_method  se 
establece en hist.

Opcional

Valores válidos: Cadena. "depthwise"  o "lossguide" .

Valor predeterminado: "depthwise"

interaction_constr 
aints

Especifique los grupos de variables que pueden interactuar.

Opcional

Valores válidos: lista anidada de números enteros. Cada 
número entero representa una característica y cada lista 
anidada contiene características que pueden interactuar; por 
ejemplo, [[1,2], [3,4,5]].

Valor predeterminado: ninguno
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Nombre del parámetro Descripción

lambda El plazo de regularización de L2 sobre ponderaciones. Si 
aumenta este valor, hace que los modelos sean más conservad 
ores.

Opcional

Valores válidos: número flotante.

Valor predeterminado: 1

lambda_bias El plazo de regularización de L2 de sesgo.

Opcional

Valores válidos: número flotante. Rango: [0.0, 1.0].

Valor predeterminado: 0

max_bin Número máximo de contenedores discretos en las caracterí 
sticas continuas del bucket. Se utiliza solo si tree_method  se 
establece en hist.

Opcional

Valores válidos: número entero.

Valor predeterminado: 256

max_delta_step El paso delta máximo permitido para la estimación de ponderaci 
ón de cada árbol. Cuando se utiliza un número entero positivo, 
ayuda a hacer la actualización más conservadora. La opción 
preferida es usarla en la regresión logística. Establézcala en 
1-10 para ayudar a controlar la actualización.

Opcional

Valores válidos: número entero. Rango: [0,∞).

Valor predeterminado: 0
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Nombre del parámetro Descripción

max_depth Profundidad máxima de un árbol. El aumento de este valor hace 
que el modelo sea más complejo y que se sobreajuste con más 
probabilidad. 0 indica que no hay límite. Se requiere un límite 
cuando grow_policy =depth-wise .

Opcional

Valores válidos: número entero. Rango: [0,∞)

Valor predeterminado: 6

max_leaves Número máximo de nodos que se va agregar. Solo relevante si
grow_policy  se establece en lossguide .

Opcional

Valores válidos: número entero.

Valor predeterminado: 0

min_child_weight Suma mínima de la ponderación de instancias (hessiana) 
necesaria en un elemento secundario. Si el paso de partición 
del árbol genera un nodo de hoja con la suma de la ponderaci 
ón de instancia inferior a min_child_weight , el proceso 
de creación deja de realizar la partición. En los modelos de 
regresión lineal, esto simplemente se corresponde con un 
número mínimo de instancias necesarias en cada nodo. 
Conforme mayor sea el algoritmo, más conservador será.

Opcional

Valores válidos: número flotante. Rango: [0,∞).

Valor predeterminado: 1
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Nombre del parámetro Descripción

monotone_constraints Especifica las restricciones de monotonía de cualquier caracterí 
stica.

Opcional

Valores válidos: tupla de números enteros. Enteros válidos: 
-1 (restricción decreciente), 0 (sin restricción), 1 (restricción 
creciente).

Por ejemplo, (0, 1): no hay restricción en el primer predictor y 
hay una restricción creciente en el segundo. (-1, 1): hay restricci 
ón decreciente en el primer predictor y hay una restricción 
creciente en el segundo.

Valor predeterminado: (0, 0)

normalize_type Tipo de algoritmo de normalización.

Opcional

Valores válidos: árbol o bosque.

Valor predeterminado: árbol

nthread Número de subprocesos paralelos utilizados para ejecutar
xgboost.

Opcional

Valores válidos: número entero.

Valor predeterminado: número máximo de subprocesos.
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Nombre del parámetro Descripción

objective Especifica la tarea de aprendizaje y el objetivo de aprendiza 
je correspondiente. Ejemplos: reg:logistic , multi:sof 
tmax , reg:squarederror . Para obtener una lista 
completa de entradas válidas, consulte XGBoost Learning Task 
Parameters.

Opcional

Valores válidos: string

Valor predeterminado: "reg:squarederror"

one_drop Cuando esta marca esté habilitada, al menos se rechazará 
siempre un árbol durante el abandono.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

process_type El tipo de proceso de potenciación que ejecutar.

Opcional

Valores válidos: Cadena. "default"  o "update".

Valor predeterminado: "default"

rate_drop La tasa de abandono que especifica la fracción de los árboles 
anteriores rechazados durante el abandono.

Opcional

Valores válidos: número flotante. Rango: [0.0, 1.0].

Valor predeterminado: 0,0
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Nombre del parámetro Descripción

refresh_leaf Se trata de un parámetro del complemento del actualizador 
'actualizar'. Cuando se establece en true (1), se actualizan 
los estados del nodo de árbol y las hojas de árbol. Cuando se 
establece en false(0), solo se actualizan los estados de nodo 
de árbol.

Opcional

Valores válidos: 0/1

Valor predeterminado: 1

sample_type Tipo de algoritmo de muestra.

Opcional

Valores válidos: uniform o weighted

Valor predeterminado: uniform

scale_pos_weight Controla el equilibrio de las ponderaciones positivas y negativas 
. Resulta útil para las clases sin equilibrar. Un valor típico que 
tener en cuenta: sum(negative cases)  / sum(positive 
cases).

Opcional

Valores válidos: número flotante

Valor predeterminado: 1

seed Semilla de número aleatorio.

Opcional

Valores válidos: número entero

Valor predeterminado: 0
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Nombre del parámetro Descripción

single_precision_h 
istogram

Cuando este indicador está activado, XGBoost utiliza una 
precisión simple para crear histogramas, en lugar de una 
precisión doble. Solo se utiliza si tree_method  se establece 
en hist o gpu_hist.

Para obtener una lista completa de entradas válidas, consulte
Parámetros de XGBoost.

Opcional

Valores válidos: Cadena. Rango: "true" o "false"

Valor predeterminado: "false"

sketch_eps Se utiliza solo para el algoritmo voraz aproximado. Traduce el 
número de contenedores O(1 / sketch_eps ). En comparaci 
ón con el número seleccionado directamente de contenedores, 
incluye la garantía teórica con la precisión del boceto.

Opcional

Valores válidos: número flotante, Rango: [0, 1].

Valor predeterminado: 0.03

skip_drop Probabilidad de omisión del procedimiento de abandono durante 
una iteración de potenciación.

Opcional

Valores válidos: número flotante. Rango: [0.0, 1.0].

Valor predeterminado: 0,0
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Nombre del parámetro Descripción

subsample La proporción de la submuestra de la instancia de capacitac 
ión. Si se establece en 0,5, significa que XGBoost recopila de 
forma aleatoria la mitad de las instancias de datos para que los 
árboles crezcan. Esto evita el sobreajuste.

Opcional

Valores válidos: número flotante. Rango: [0,1].

Valor predeterminado: 1

tree_method El algoritmo de la construcción del árbol se utiliza en XGBoost.

Opcional

Valores válidos: uno de auto, exact, approx, hist o
gpu_hist.

Valor predeterminado: auto

tweedie_variance_p 
ower

Parámetro que controla la varianza de la distribución de 
Tweedie.

Opcional

Valores válidos: número flotante. Rango: (1, 2).

Valor predeterminado: 1.5
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Nombre del parámetro Descripción

updater Una cadena separada por comas que define la secuencia de 
los actualizadores de árbol que ejecutar. Esto proporciona una 
forma modular de crear y modificar los árboles.

Para obtener una lista completa de entradas válidas, consulte
Parámetros de XGBoost.

Opcional

Valores válidos: cadena separada por comas

Valor predeterminado: grow_colmaker , omisión

use_dask_gpu_train 
ing

Configure use_dask_gpu_training  en "true" si desea 
realizar un entrenamiento con GPU distribuido con Dask. El 
entrenamiento con GPU de Dask solo es compatible con las 
versiones 1.5-1 y posteriores. No establezca este valor en
"true" para las versiones anteriores a 1.5-1. Para obtener más 
información, consulte Entrenamiento distribuido con GPU.

Opcional

Valores válidos: Cadena. Rango: "true" o "false"

Valor predeterminado: "false"

verbosity Verbosidad de la impresión de los mensajes.

Valores válidos: 0 (silencio), 1 (advertencia), 2 (información), 3 
(depuración).

Opcional

Valor predeterminado: 1
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Ajustar un modelo XGBoost

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando distintas tareas que prueban una serie de hiperparámetros 
en los conjuntos de datos de validación y entrenamiento. Puede elegir tres tipos de hiperparámetros:

• Una función objective de aprendizaje que se debe optimizar durante el entrenamiento con 
modelos.

• Una eval_metric para usar al evaluar el rendimiento del modelo durante la validación.

• Un conjunto de hiperparámetros y un rango de valores para emplear al ajustar el modelo 
automáticamente.

Usted elige la métrica de evaluación del conjunto de métricas de evaluación que calcula el algoritmo. 
El ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación 
de valores que genere el modelo que optimiza la métrica de evaluación.

Note

El ajuste automático del modelo para XGBoost 0.90 solo está disponible en los SageMaker 
SDK de Amazon, no en la consola. SageMaker

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas de evaluación calculadas por el algoritmo XGBoost

El algoritmo XGBoost calcula las siguientes métricas para utilizarlas en la validación del modelo. Al 
ajustar el modelo, elija una de estas métricas para evaluarlo. Para obtener una lista completa de 
valores eval_metric, consulte XGBoost Learning Task Parameters

Nombre de métrica Descripción Dirección de 
optimización

validatio 
n:accuracy

Tasa de clasificación, calculada como #(correct 
os)/#(todos los casos).

Maximizar

validation:auc Área bajo la curva. Maximizar
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Nombre de métrica Descripción Dirección de 
optimización

validatio 
n:error

Tasa de errores de clasificación binaria, 
calculada como #(casos erróneos)/#(todos los 
casos).

Minimizar

validation:f1 Indicador de precisión de clasificación, 
calculado como la media armónica de precisión 
y recuperación.

Maximizar

validatio 
n:logloss

Probabilidad de registro negativa. Minimizar

validation:mae Error absoluto medio. Minimizar

validation:map Precisión media. Maximizar

validatio 
n:merror

Tasa de errores de clasificación multiclase, 
calculada como #(casos erróneos)/#(todos los 
casos).

Minimizar

validatio 
n:mlogloss

Probabilidad de registro negativa para la 
clasificación multiclase.

Minimizar

validation:mse Error cuadrático medio. Minimizar

validation:ndcg Ganancia acumulativa con descuento 
normalizada.

Maximizar

validation:rmse Raíz del error cuadrático medio. Minimizar

Hiperparámetros de XGBoost ajustables

Ajuste el modelo XGBoost con los siguientes hiperparámetros. Los hiperparámetros que tienen 
el mayor efecto en la optimización de las métricas de evaluación de XGBoost son alpha,
min_child_weight, subsample, eta y num_round.
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

alpha ContinuousParameterRanges MinValue: 0,: 1000 
MaxValue

colsample 
_bylevel

ContinuousParameterRanges MinValue: 0,1, 
MaxValue: 1

colsample 
_bynode

ContinuousParameterRanges MinValue: 0,1, 
MaxValue: 1

colsample 
_bytree

ContinuousParameterRanges MinValue: 0,5, 
MaxValue: 1

eta ContinuousParameterRanges MinValue: 0,1, 
MaxValue 0,5

gamma ContinuousParameterRanges MinValue: 0, 
MaxValue 5

lambda ContinuousParameterRanges MinValue: 0, 
MaxValue 1000

max_delta_step IntegerParameterRanges [0, 10]

max_depth IntegerParameterRanges [0, 10]

min_child 
_weight

ContinuousParameterRanges MinValue: 0, 
MaxValue 120

num_round IntegerParameterRanges [1, 4000]

subsample ContinuousParameterRanges MinValue: 0,5, 
MaxValue: 1

Uso de algoritmos integrados 2914



Amazon SageMaker Guía para desarrolladores

Versiones obsoletas de XGBoost y sus actualizaciones

Este tema contiene documentación de versiones anteriores de Amazon SageMaker XGBoost que 
aún están disponibles, pero están en desuso. También proporciona instrucciones sobre cómo 
actualizar las versiones obsoletas de XGBoost, siempre que sea posible, a versiones más actuales.

Temas

• Actualizar la versión 0.90 de XGBoost a la versión 1.5

• Versión 0.72 de XGBoost

Actualizar la versión 0.90 de XGBoost a la versión 1.5

Si utiliza el SDK de Python para SageMaker, a fin de actualizar los trabajos de XGBoost 0.90 
existentes a la versión 1.5, debe tener instalada la versión 2.x del SDK y cambiar los parámetros
version y framework_version de XGBoost a 1.5-1. Si utiliza Boto3, necesitará actualizar la 
imagen de Docker, así como algunos hiperparámetros y objetivos de aprendizaje.

Temas

• Actualizar la versión 1.x del SDK de Python para SageMaker a la versión 2.x

• Cambiar la etiqueta de imagen a 1.5-1

• Cambiar la imagen de Docker para Boto3

• Actualización de hiperparámetros y objetivos de aprendizaje

Actualizar la versión 1.x del SDK de Python para SageMaker a la versión 2.x

Si sigue utilizando la versión 1.x del SDK de Python para SageMaker, debe actualizar a la versión 
2.x. Para obtener información sobre la última versión del SDK de Python para SageMaker, consulte
Use Version 2.x of the SageMaker Python SDK. Para instalar la versión más reciente, ejecute lo 
siguiente:

python -m pip install --upgrade sagemaker

Cambiar la etiqueta de imagen a 1.5-1

Si utiliza el SDK de Python para SageMaker y el algoritmo integrado XGBoost, cambie el parámetro 
de versión en image_uris.retrive.

from sagemaker import image_uris
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image_uris.retrieve(framework="xgboost", region="us-west-2", version="1.5-1")

estimator = sagemaker.estimator.Estimator(image_uri=xgboost_container,  
                                          hyperparameters=hyperparameters, 
                                          role=sagemaker.get_execution_role(), 
                                          instance_count=1,  
                                          instance_type='ml.m5.2xlarge',  
                                          volume_size=5, # 5 GB  
                                          output_path=output_path)

Si utiliza el SDK de Python para SageMaker y utiliza XGBoost como marco para ejecutar sus 
scripts de entrenamiento personalizados, cambie el parámetro framework_version en la API de 
XGBoost.

estimator = XGBoost(entry_point = "your_xgboost_abalone_script.py",  
                     framework_version='1.5-1', 
                    hyperparameters=hyperparameters, 
                    role=sagemaker.get_execution_role(), 
                    instance_count=1, 
                    instance_type='ml.m5.2xlarge', 
                    output_path=output_path)

En la versión 1.x del SDK de Python para SageMaker, sagemaker.session.s3_input
tiene ahora el nombre sagemaker.inputs.TrainingInput. Debe utilizar
sagemaker.inputs.TrainingInput como se muestra en el ejemplo siguiente.

content_type = "libsvm"
train_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'train'), 
 content_type=content_type)
validation_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'validation'), 
 content_type=content_type) 

Para obtener la lista completa de los cambios en la versión 2.x del SDK de Python para SageMaker, 
consulte Use Version 2.x of the SageMaker Python SDK.

Cambiar la imagen de Docker para Boto3

Si usa Boto3 para entrenar o implementar su modelo, cambie la etiqueta de imagen de Docker (1, 
0,72, 0.90-1 o 0.90-2) a 1.5-1.

{ 
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    "AlgorithmSpecification":: { 
        "TrainingImage": "746614075791.dkr.ecr.us-west-1.amazonaws.com/sagemaker-
xgboost:1.5-1" 
    } 
    ...
}

Si utiliza el SDK de Python para SageMaker a fin de recuperar la ruta de registro, cambie el 
parámetro version en image_uris.retrieve.

from sagemaker import image_uris
image_uris.retrieve(framework="xgboost", region="us-west-2", version="1.5-1")

Actualización de hiperparámetros y objetivos de aprendizaje

El parámetro silencioso ha quedado en desuso, y ya no está disponible en XGBoost 1.5 ni en 
las versiones posteriores. En su lugar, use verbosity. Si usaba el objetivo de aprendizaje
reg:linear, este también ha quedado obsoleto y ha sido reemplazado por  reg:squarederror. 
En su lugar, use reg:squarederror.

hyperparameters = { 
    "verbosity": "2", 
    "objective": "reg:squarederror", 
    "num_round": "50", 
    ...
}

estimator = sagemaker.estimator.Estimator(image_uri=xgboost_container,  
                                          hyperparameters=hyperparameters, 
                                          ...)

Versión 0.72 de XGBoost

Important

Amazon SageMaker ha dejado de usar XGBoost 0.72. Puede seguir utilizando esta versión 
antigua de XGBoost (como algoritmo integrado) extrayendo el URI de la imagen, tal y como 
se muestra en el siguiente ejemplo de código. En el caso de XGBoost, el URI de la imagen 
que termina en :1 es para la versión antigua.
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SageMaker Python SDK v1

import boto3
from sagemaker.amazon.amazon_estimator import get_image_uri

xgb_image_uri = get_image_uri(boto3.Session().region_name, "xgboost", 
 repo_version="1")

SageMaker Python SDK v2

import boto3
from sagemaker import image_uris

xgb_image_uri = image_uris.retrieve("xgboost", boto3.Session().region_name, 
 "1")

Si desea utilizar versiones más recientes, deberá especificar las etiquetas de URI de la 
imagen (consulte Versiones compatibles).

Esta versión anterior del algoritmo XGBoost de Amazon SageMaker se basa en la versión 0.72.
XGBoost (potenciación del gradiente eXtreme) es una implementación de código abierto popular 
y eficiente del algoritmo de árboles aumentados de gradientes. La potenciación de gradientes es 
un algoritmo de aprendizaje supervisado que intenta predecir de forma apropiada una variable de 
destino mediante la combinación de estimaciones de un conjunto de modelos más simples y más 
débiles. XGBoost ha funcionado bastante bien en las competiciones de machine learning gracias 
a que utiliza con eficacia una amplia gama de tipos de datos, relaciones y distribuciones, y al gran 
número de hiperparámetros que pueden modificarse y afinarse para mejorar los ajustes. Esta 
flexibilidad hace que XGBoost sea una opción sólida para los problemas en la regresión, clasificación 
(binaria y multiclase) y la clasificación.

Los clientes deben tener en cuenta la posibilidad de utilizar la nueva versión de Algoritmo XGBoost. 
Pueden utilizarlo como algoritmo integrado de SageMaker o como marco para ejecutar scripts en sus 
entornos locales, como lo harían normalmente, por ejemplo, con un marco de aprendizaje profundo 
de Tensorflow. La nueva implementación ocupa menos espacio en memoria, tiene un mejor registro, 
una validación de hiperparámetros mejorada y un conjunto ampliado de métricas. La implementación 
anterior de XGBoost sigue estando disponible para los clientes si necesitan posponer la migración 
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a la nueva versión. Sin embargo, esta implementación anterior permanecerá vinculada a la versión 
0.72 de XGBoost.

Interfaz de entrada/salida para el algoritmo XGBoost versión 0.72

La potenciación de gradientes funciona en los datos tabulares, con las filas que representan 
observaciones, una columna que representa la variable de destino o la etiqueta, y las columnas 
restantes que representan las características.

La implementación de SageMaker de XGBoost admite los formatos CSV y libsvm para el 
entrenamiento y la inferencia:

• Para el ContentType de capacitación, las entradas válidas son text/libsvm (predeterminada) o text/
csv.

• Para el ContentType de inferencia, las entradas válidas son text/libsvm o (la predeterminada) text/
csv.

Note

Para la capacitación de CSV, el algoritmo asume la variable de destino en la primera 
columna y ese CSV no dispone de un registro de encabezado. Para la inferencia de CSV, el 
algoritmo asume que la entrada de CSV no dispone de la columna de etiqueta.
Para la capacitación de libsvm, el algoritmo presupone que la etiqueta está en la primera 
columna. Las columnas siguientes contienen los pares índice-valor basados en cero 
para las características. Así pues, cada fila tiene el formato: <label> <index0>:<value0> 
<index1>:<value1> ... Las solicitudes de inferencia para libsvm pueden tener o no etiquetas 
en el formato libsvm.

Esto se diferencia de los demás algoritmos de SageMaker, que usan el formato de entrada de 
entrenamiento protobuf para conservar una mayor uniformidad con los formatos de datos de 
XGBoost estándar.

Para el modo de entrada de capacitación de CSV, la memoria total disponible para el algoritmo 
(recuento de instancia * la memoria disponible en InstanceType) debe poder almacenar el 
conjunto de datos de capacitación. Para el modo de entrada de capacitación de libsvm, no es 
necesario, pero recomendable.
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SageMaker XGBoost utiliza el módulo pickle de Python para serializar/deserializar el modelo, que 
puede utilizarse para guardar/cargar el modelo.

Para usar un modelo capacitado con SageMaker XGBoost en XGBoost de código abierto

• Utilice el siguiente código de Python:

import pickle as pkl  
import tarfile
import xgboost

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = pkl.load(open(model_file_path, 'rb'))

# prediction with test data
pred = model.predict(dtest)

Para diferenciar la importancia de los puntos de datos etiquetados utilice los soportes de ponderación 
de instancias

• SageMaker XGBoost permite a los clientes diferenciar la importancia de los puntos de datos 
etiquetados asignando a cada instancia un valor de ponderación. Para la entrada text/libsvm, 
los clientes pueden asignar valores de ponderación a las instancias de datos añadiéndolos 
después de las etiquetas. Por ejemplo, label:weight idx_0:val_0 idx_1:val_1.... 
Para la entrada text/csv, los clientes deben activar la marca csv_weights en los parámetros 
y asociar los valores de ponderación en la columna después de las etiquetas. Por ejemplo,
label,weight,val_0,val_1,....

Recomendación de instancia EC2 para el algoritmo XGBoost versión 0.72

Actualmente, SageMaker XGBoost solo realiza el entrenamiento mediante CPU. Se trata de un 
algoritmo de vinculación de memoria (como se opone en la vinculación de computación). Por 
lo tanto, una instancia de computación de uso general (por ejemplo, M4) es una opción mejor 
que una instancia optimizada de computación (por ejemplo, C4). Además, recomendamos que 
disponga de suficiente memoria en total en las instancias seleccionadas para almacenar los datos de 
capacitación. Aunque admite el uso del espacio en disco para administrar datos que no encajan en la 
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memoria principal (la función no principal disponible con el modo de entrada libsvm), la escritura de 
los archivos en la memoria caché en el disco ralentizan el tiempo de procesamiento del algoritmo.

Cuadernos de ejemplo de XGBoost versión 0.72

Para obtener un cuaderno de ejemplo que muestre cómo usar la última versión de SageMaker 
XGBoost como algoritmo integrado para entrenar y alojar un modelo de regresión, consulte
Regression with Amazon SageMaker XGBoost algorithm. Para utilizar la versión 0.72 de XGBoost, 
debe cambiar la versión en el código de muestra a 0.72. Para obtener instrucciones sobre cómo 
crear instancias de cuadernos de Jupyter que pueda utilizar para ejecutar el ejemplo en SageMaker, 
consulte Instancias de Amazon SageMaker Notebook. Una vez que haya creado una instancia de 
cuaderno y la haya abierto, seleccione la pestaña Ejemplos de SageMaker para ver una lista de 
todas las muestras de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan los 
algoritmos XGBoost se encuentran en la sección de Introducción a algoritmos de Amazon. Para abrir 
un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Hiperparámetros de XGBoost versión 0.72

La siguiente tabla contiene los hiperparámetros para el algoritmo XGBoost. Estos son los parámetros 
que establecen los usuarios para facilitar la estimación de los parámetros del modelo a partir de los 
datos. Los hiperparámetros necesarios que deben establecerse se enumerarán en primer lugar, en 
orden alfabético. Los hiperparámetros opcionales que se pueden establecer aparecen a continuación 
en la lista, también en orden alfabético. El algoritmo XGBoost de SageMaker es una implementación 
del paquete XGBoost de código abierto. Actualmente, SageMaker es compatible con la versión 0.72. 
Para obtener más información acerca de la configuración de hiperparámetro para esta versión de 
XGBoost, consulte Parámetros de XGBoost.

Nombre del parámetro Descripción

num_class Número de clases.

Es obligatorio si objective  se establece en multi:softmax o
multi:softprob.

Valores válidos: número entero

num_round El número de rondas para ejecutar la capacitación.

Obligatorio
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Nombre del parámetro Descripción

Valores válidos: número entero

alpha El plazo de regularización de L1 sobre ponderaciones. Si 
aumenta este valor, hace que los modelos sean más conservad 
ores.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0

base_score La puntuación de la predicción inicial de todas las instancias 
(sesgo global).

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.5

booster Qué potenciador utilizar. Los valores gbtree y dart usan 
un modelo basado en árbol, mientras que gblinear usa una 
función lineal.

Opcional

Valores válidos: String. Uno de los valores de entre gbtree,
gblinear o dart.

Valor predeterminado: gbtree

colsample_bylevel La proporción de submuestra de columnas para cada división, 
en cada nivel.

Opcional

Valores válidos: número flotante. Rango: [0,1].

Valor predeterminado: 1
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Nombre del parámetro Descripción

colsample_bytree Proporción de la submuestra de columnas cuando se construye 
cada árbol.

Opcional

Valores válidos: número flotante. Rango: [0,1].

Valor predeterminado: 1

csv_weights Al habilitarse esta marca, XGBoost diferencia la importancia 
de las instancias para la entrada de CSV tomando la segunda 
columna (la columna tras las etiquetas) en los datos de 
capacitación como las ponderaciones de instancias.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

early_stopping_rou 
nds

El modelo realiza la capacitación hasta que la puntuación 
de validación para de mejorar. El error de validación tiene 
que reducirse en, al menos, cada early_stopping_rou 
nds  para que el entrenamiento continúe. El alojamiento de 
SageMaker utilizará el mejor modelo para la inferencia.

Opcional

Valores válidos: número entero

Valor predeterminado: -
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Nombre del parámetro Descripción

eta Contracción del tamaño del paso utilizado en las actualiza 
ciones para evitar el ajuste excesivo. Después de cada paso de 
potenciación, puede obtener directamente las ponderaciones de 
las nuevas características. El parámetro eta reduce realmente 
las ponderaciones de la característica para que el proceso de 
potenciación sea más conservador.

Opcional

Valores válidos: número flotante. Rango: [0,1].

Valor predeterminado: 0.3

eval_metric Métricas de evaluación de los datos de validación. Una métrica 
predeterminada se asigna de acuerdo con el objetivo:

• rmse: para la regresión

• error: para la clasificación

• map: para la clasificación

Para obtener una lista de entradas válidas, consulte Parámetros 
de XGBoost.

Opcional

Valores válidos: cadena

Valor predeterminado: predeterminado según el objetivo.
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Nombre del parámetro Descripción

gamma La reducción de pérdida mínima necesaria para realizar una 
partición mayor en un nodo de hoja del árbol. Conforme mayor 
sea, más conservador será el algoritmo.

Opcional

Valores válidos: número flotante. Rango: [0,∞).

Valor predeterminado: 0

grow_policy Controla la forma en la que se agregan los nuevos nodos al 
árbol. Es actualmente compatible solo si tree_method  se 
establece en hist.

Opcional

Valores válidos: String. depthwise  o lossguide .

Valor predeterminado: depthwise

lambda El plazo de regularización de L2 sobre ponderaciones. Si 
aumenta este valor, hace que los modelos sean más conservad 
ores.

Opcional

Valores válidos: número flotante

Valor predeterminado: 1

lambda_bias El plazo de regularización de L2 de sesgo.

Opcional

Valores válidos: número flotante. Rango: [0.0, 1.0].

Valor predeterminado: 0
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Nombre del parámetro Descripción

max_bin Número máximo de contenedores discretos en las caracterí 
sticas continuas del bucket. Se utiliza solo si tree_method  se 
establece en hist.

Opcional

Valores válidos: número entero

Valor predeterminado: 256

max_delta_step El paso delta máximo permitido para la estimación de ponderaci 
ón de cada árbol. Cuando se utiliza un número entero positivo, 
ayuda a hacer la actualización más conservadora. La opción 
preferida es usarla en la regresión logística. Establézcala en 
1-10 para ayudar a controlar la actualización.

Opcional

Valores válidos: número entero. Rango: [0,∞).

Valor predeterminado: 0

max_depth Profundidad máxima de un árbol. El aumento de este valor hace 
que el modelo sea más complejo y que se sobreajuste con más 
probabilidad. 0 indica que no hay límite. Se requiere un límite 
cuando grow_policy =depth-wise .

Opcional

Valores válidos: número entero. Rango: [0,∞)

Valor predeterminado: 6
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Nombre del parámetro Descripción

max_leaves Número máximo de nodos que se va agregar. Solo relevante si
grow_policy  se establece en lossguide .

Opcional

Valores válidos: número entero

Valor predeterminado: 0

min_child_weight Suma mínima de la ponderación de instancias (hessiana) 
necesaria en un elemento secundario. Si el paso de partición 
del árbol genera un nodo de hoja con la suma de la ponderaci 
ón de instancia inferior a min_child_weight , el proceso 
de creación deja de realizar la partición. En los modelos de 
regresión lineal, esto simplemente se corresponde con un 
número mínimo de instancias necesarias en cada nodo. 
Conforme mayor sea el algoritmo, más conservador será.

Opcional

Valores válidos: número flotante. Rango: [0,∞).

Valor predeterminado: 1

normalize_type Tipo de algoritmo de normalización.

Opcional

Valores válidos: árbol o bosque.

Valor predeterminado: árbol
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Nombre del parámetro Descripción

nthread Número de subprocesos paralelos utilizados para ejecutar
xgboost.

Opcional

Valores válidos: número entero

Valor predeterminado: número máximo de subprocesos.

objective Especifica la tarea de aprendizaje y el objetivo de aprendizaje 
correspondiente. Ejemplos: reg:logistic , reg:softmax ,
multi:squarederror . Para obtener una lista completa de 
entradas válidas, consulte Parámetros de XGBoost.

Opcional

Valores válidos: cadena

Valor predeterminado: reg:squarederror

one_drop Cuando esta marca esté habilitada, al menos se rechazará 
siempre un árbol durante el abandono.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

process_type El tipo de proceso de potenciación que ejecutar.

Opcional

Valores válidos: String. default o update.

Valor predeterminado: default
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Nombre del parámetro Descripción

rate_drop La tasa de abandono que especifica la fracción de los árboles 
anteriores rechazados durante el abandono.

Opcional

Valores válidos: número flotante. Rango: [0.0, 1.0].

Valor predeterminado: 0.0

refresh_leaf Se trata de un parámetro del complemento del actualizador 
'actualizar'. Cuando se establece en true (1), se actualizan 
los estados del nodo de árbol y las hojas de árbol. Cuando se 
establece en false(0), solo se actualizan los estados de nodo 
de árbol.

Opcional

Valores válidos: 0/1

Valor predeterminado: 1

sample_type Tipo de algoritmo de muestra.

Opcional

Valores válidos: uniform o weighted

Valor predeterminado: uniform

scale_pos_weight Controla el equilibrio de las ponderaciones positivas y negativas 
. Resulta útil para las clases sin equilibrar. Un valor típico que 
tener en cuenta: sum(negative cases)  / sum(positive 
cases).

Opcional

Valores válidos: número flotante

Valor predeterminado: 1
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Nombre del parámetro Descripción

seed Semilla de número aleatorio.

Opcional

Valores válidos: número entero

Valor predeterminado: 0

silent 0 significa mensajes de ejecución de impresión, 1 significa modo 
silencioso.

Valores válidos: 0 o 1

Opcional

Valor predeterminado: 0

sketch_eps Se utiliza solo para el algoritmo voraz aproximado. Traduce el 
número de contenedores O(1 / sketch_eps ). En comparaci 
ón con el número seleccionado directamente de contenedores, 
incluye la garantía teórica con la precisión del boceto.

Opcional

Valores válidos: número flotante, Rango: [0, 1].

Valor predeterminado: 0.03

skip_drop Probabilidad de omisión del procedimiento de abandono durante 
una iteración de potenciación.

Opcional

Valores válidos: número flotante. Rango: [0.0, 1.0].

Valor predeterminado: 0.0
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Nombre del parámetro Descripción

subsample La proporción de la submuestra de la instancia de capacitac 
ión. Si se establece en 0,5, significa que XGBoost recopila de 
forma aleatoria la mitad de las instancias de datos para que los 
árboles crezcan. Esto evita el sobreajuste.

Opcional

Valores válidos: número flotante. Rango: [0,1].

Valor predeterminado: 1

tree_method El algoritmo de la construcción del árbol se utiliza en XGBoost.

Opcional

Valores válidos: uno de entre los valores auto, exact, approx
o hist

Valor predeterminado: auto

tweedie_variance_p 
ower

Parámetro que controla la varianza de la distribución de 
Tweedie.

Opcional

Valores válidos: número flotante. Rango: (1, 2).

Valor predeterminado: 1.5
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Nombre del parámetro Descripción

updater Una cadena separada por comas que define la secuencia de 
los actualizadores de árbol que ejecutar. Esto proporciona una 
forma modular de crear y modificar los árboles.

Para obtener una lista completa de entradas válidas, consulte
Parámetros de XGBoost.

Opcional

Valores válidos: cadena separada por comas

Valor predeterminado: grow_colmaker , omisión

Ajuste de un modelo XGBoost versión 0.72

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando distintas tareas que prueban una serie de hiperparámetros 
en los conjuntos de datos de validación y entrenamiento. Puede elegir tres tipos de hiperparámetros:

• Una función objective de aprendizaje que se debe optimizar durante el entrenamiento con 
modelos.

• Una eval_metric para usar al evaluar el rendimiento del modelo durante la validación.

• Un conjunto de hiperparámetros y un rango de valores para emplear al ajustar el modelo 
automáticamente.

Usted elige la métrica de evaluación del conjunto de métricas de evaluación que calcula el algoritmo. 
El ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la combinación 
de valores que genere el modelo que optimiza la métrica de evaluación.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas calculadas por el algoritmo XGBoost versión 0.72

El algoritmo XGBoost se basa en la versión 0.72 y calcula las siguientes métricas para utilizarlas 
en la validación del modelo. Al ajustar el modelo, elija una de estas métricas para evaluarlo. Para 
obtener una lista completa de valores eval_metric, consulte XGBoost Learning Task Parameters
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Nombre de métrica Descripción Dirección de 
optimización

validation:auc Área bajo la curva. Maximizar

validatio 
n:error

Tasa de errores de clasificación binaria, 
calculada como #(casos erróneos)/#(todos los 
casos).

Minimizar

validatio 
n:logloss

Probabilidad de registro negativa. Minimizar

validation:mae Error absoluto medio. Minimizar

validation:map Precisión media. Maximizar

validatio 
n:merror

Tasa de errores de clasificación multiclase, 
calculada como #(casos erróneos)/#(todos los 
casos).

Minimizar

validatio 
n:mlogloss

Probabilidad de registro negativa para la 
clasificación multiclase.

Minimizar

validation:ndcg Ganancia acumulativa con descuento 
normalizada.

Maximizar

validation:rmse Raíz del error cuadrático medio. Minimizar

Hiperparámetros de XGBoost versión 0.72 ajustables

Ajuste el modelo XGBoost con los siguientes hiperparámetros. Los hiperparámetros que tienen 
el mayor efecto en la optimización de las métricas de evaluación de XGBoost son alpha,
min_child_weight, subsample, eta y num_round.
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

alpha ContinuousParameterRanges MinValue: 0, 
MaxValue: 1000

colsample 
_bylevel

ContinuousParameterRanges MinValue: 0,1, 
MaxValue: 1

colsample 
_bytree

ContinuousParameterRanges MinValue: 0,5, 
MaxValue: 1

eta ContinuousParameterRanges MinValue: 0,1, 
MaxValue: 0,5

gamma ContinuousParameterRanges MinValue: 0, 
MaxValue: 5

lambda ContinuousParameterRanges MinValue: 0, 
MaxValue: 1000

max_delta_step IntegerParameterRanges [0, 10]

max_depth IntegerParameterRanges [0, 10]

min_child 
_weight

ContinuousParameterRanges MinValue: 0, 
MaxValue: 120

num_round IntegerParameterRanges [1, 4000]

subsample ContinuousParameterRanges MinValue: 0,5, 
MaxValue: 1

Algoritmos integrados de SageMaker para datos de texto

SageMaker proporciona algoritmos adaptados para el análisis de documentos de texto empleados en 
el procesamiento del lenguaje natural, la clasificación o el resumen de documentos, el modelado o la 
clasificación de temas y la transcripción o traducción de lenguaje.
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• Algoritmo BlazingText: una implementación muy optimizada del Word2vec y de los algoritmos de 
clasificación de textos que se adapta fácilmente a grandes conjuntos de datos. Resulta útil para 
muchas tareas de salida en el procesamiento de lenguaje natural (NLP).

• Algoritmo Asignación latente de Dirichlet (LDA): este algoritmo es idóneo para determinar temas en 
un conjunto de documentos. Se trata de un algoritmo no supervisado, lo que significa que no utiliza 
datos de ejemplo con respuestas durante la capacitación.

• Algoritmo de Modelo de tema neuronal (NTM): otra técnica no supervisada para determinar temas 
en un conjunto de documentos, con una estrategia de redes neuronales.

• Algoritmo Object2Vec: un algoritmo de incrustación neuronal genérico que se puede utilizar para 
sistemas de recomendación, así como para la clasificación de documentos y la incrustación de 
frases.

• Algoritmo de secuencia a secuencia: un algoritmo supervisado que se utiliza normalmente para la 
traducción automática neuronal.

• Clasificación de textos - TensorFlow: un algoritmo supervisado para el aprendizaje por 
transferencia con modelos prentrenados disponibles para la clasificación de textos.

Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

BlazingTe 
xt

capacitac 
ión

Archivo o 
canalizac 
ión

Archivo 
de texto 
(una frase 
por línea 
con tokens 
separados 
por 
espacios)

GPU (solo 
instancia 
única) o 
CPU

No

LDA capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU (solo 
instancia 
única)

No
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

Modelo 
de temas 
neuronal

capacitac 
ión y 
validación 
(opcional 
), prueba o 
ambos

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

GPU o 
CPU

Sí

Object2Ve 
c

capacitac 
ión y 
validación 
(opcional 
), prueba o 
ambos

Archivos Líneas de 
JSON

GPU o 
CPU (solo 
instancia 
única)

No

Modelo 
Seq2Seq

capacitac 
ión, 
validación 
y vocabular 
io

Archivos recordIO- 
protobuf

GPU (solo 
instancia 
única)

No

Text 
Classific 
ation - 
TensorFlo 
w

entrenami 
ento y 
validación

Archivos CSV CPU o 
GPU

Sí (solo en 
múltiples 
GPU en 
una sola 
instancia)

Algoritmo BlazingText

El algoritmo BlazingText de Amazon SageMaker proporciona implementaciones muy optimizadas 
de los algoritmos de clasificación de textos y Word2vec. El algoritmo Word2vec es útil para muchas 
tareas de procesamiento de lenguaje natural (NLP) posteriores, como por ejemplo, análisis del 
sentimiento de reconocimiento de entidad nombrada, traducción automática, etc. La clasificación de 
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texto es una tarea importante para las aplicaciones que realizan búsquedas web, recuperación de 
información, funciones de clasificación y clasificación de documentos.

El algoritmo Word2vec asigna palabras a vectores distribuidos de alta calidad. La representación 
vectorial resultante de una palabra se denomina una incrustación de palabra. Las palabras similares 
desde el punto de vista semántico corresponden a vectores que se acercan entre sí. De esta forma, 
las incrustaciones de palabras capturan relaciones semánticas entre palabras.

Muchas aplicaciones de procesamiento de lenguaje natural (NLP) aprenden incrustaciones de 
palabras mediante la capacitación con grandes colecciones de documentos. Estas representaciones 
vectoriales con capacitación previa proporcionan información sobre semántica y distribuciones 
de palabras que normalmente mejora la capacidad de generalización de otros modelos 
que se capacitan posteriormente en una cantidad de datos más limitada. La mayoría de las 
implementaciones del algoritmo Word2vec está optimizada para arquitecturas de CPU de varios 
núcleos. Esto dificulta el escalado de conjuntos de datos de gran tamaño.

Con el algoritmo BlazingText, puede escalar a conjuntos de datos de gran tamaño fácilmente. 
Al igual que en Word2vec, proporciona las arquitecturas capacitación del modelo de bolsa 
continua de palabras (CBOW, del inglés Continuous Bag-Of-Words) y el modelo Skip-gram. La 
implementación de BlazingText del algoritmo de clasificación de texto de etiquetas múltiples y de 
clases múltiples extiende el clasificador de texto fastText para usar la aceleración GPU con kernels
CUDA personalizados. Puede capacitar un modelo en más de mil millones de palabras en un par de 
minutos mediante una CPU de varios núcleos o una GPU. Y, obtiene el rendimiento equivalente a los 
más avanzados algoritmos de clasificación de texto de aprendizaje profundo.

El algoritmo BlazingText no es paralelizable. Para obtener más información sobre los parámetros 
relacionados con el entrenamiento, consulte Docker Registry Paths for SageMaker Built-in 
Algorithms.

Los algoritmos BlazingText de SageMaker proporcionan las siguientes características:

• Capacitación acelerada del clasificador de texto fastText en CPU de varios núcleos o una GPU 
y Word2Vec en GPU que usan kernels CUDA de alto nivel de optimización. Para obtener más 
información, consulte BlazingText: Escalado y aceleración de Word2Vec mediante varias GPU.

• Enriched Word Vectors with Subword Information mediante el aprendizaje de las representaciones 
vectoriales para n-gramas de caracteres. Este enfoque permite que BlazingText genere vectores 
significativo para palabras no presentes en el vocabulario (OOV) representando sus vectores como 
la suma de vectores de n-gramas de caracteres (subunidades de palabra).
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• Un mode batch_skipgram para el algoritmo Word2Vec que permite una computación distribuida 
y una capacitación más rápidas en varios nodos de CPU. El mode (modo) batch_skipgram crea 
minilotes mediante la estrategia de uso compartido de muestra negativa para convertir operaciones 
BLAS de nivel 1 en operaciones BLAS de nivel 3. Esto utiliza de manera eficiente las instrucciones 
de multiplicación-adición de las arquitecturas modernas. Para obtener más información, consulte
Paralelización de Word2Vec en la memoria compartida y distribuida.

Para resumir, los siguientes modos son compatibles con BlazingText en instancias de diferentes 
tipos:

Modos Word2Vec

(Aprendizaje no supervisado)

Clasificación de textos

(Aprendizaje supervisado)

Instancia de CPU individual cbow

Skip-gram

Batch Skip-gram

supervised

Instancia de GPU individual 
(con 1 o más GPU)

cbow

Skip-gram

supervised  con una GPU

Varias instancias de CPU Batch Skip-gram Ninguno

Para obtener más información sobre las operaciones matemáticas que componen BlazingText, 
consulte BlazingText: Escalado y aceleración de Word2Vec mediante varias GPU.

Temas

• Interfaz de entrada/salida para el algoritmo BlazingText

• Recomendación de instancia EC2 para el algoritmo BlazingText

• Cuadernos de ejemplo de BlazingText

• Hiperparámetros de BlazingText

• Ajuste de un modelo BlazingText
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Interfaz de entrada/salida para el algoritmo BlazingText

El algoritmo BlazingText espera un único archivo de texto preprocesado con tokens separados 
por espacios. Cada línea del archivo debe contener una sola frase. Si necesita capacitar en varios 
archivos de texto, concaténelos en un archivo y cargue el archivo en el canal correspondiente.

Entrenamiento y validación del formato de datos

Entrenamiento y validación del formato de datos para el algoritmo Word2Vec

Para la capacitación de Word2Vec, cargue el archivo bajo el canal train (capacitar). No se admite 
ningún otro canal. El archivo debe contener una frase de capacitación en cada línea.

Entrenamiento y validación del formato de datos para el algoritmo de clasificación de textos

Para el modo supervisado puede capacitar con el modo de archivo o con el formato de texto de 
manifiesto aumentado.

Capacitación con modo de archivo

Para el modo supervised, el archivo de capacitación/validación debe contener una frase de 
capacitación por línea junto con las etiquetas. Las etiquetas son palabras que contienen el prefijo de 
la cadena __label__. A continuación se muestra un ejemplo de archivo de capacitación/validación:

__label__4  linux ready for prime time , intel says , despite all the linux hype , the 
 open-source movement has yet to make a huge splash in the desktop market . that may be 
 about to change , thanks to chipmaking giant intel corp .

__label__2  bowled by the slower one again , kolkata , november 14 the past caught up 
 with sourav ganguly as the indian skippers return to international cricket was short 
 lived .

Note

El orden de las etiquetas dentro de la frase no importa.

Cargue el archivo de capacitación bajo el canal de capacitación y, de forma opcional, cargue el 
archivo de validación bajo el canal de validación.
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Capacitación con formato de texto de manifiesto aumentado

El modo supervisado para instancias de CPU también admite el formato de manifiesto aumentado, 
lo que le permite hacer el entrenamiento en modo de canalización sin necesidad de crear archivos 
RecordIO. Cuando utilice el formato, es necesario generar un archivo de manifiesto de S3 que 
contiene la lista de frases y sus etiquetas correspondientes. El formato del archivo de manifiesto 
debe tener el formato líneas de JSON en el que cada línea representa una muestra. Las frases 
se especifican utilizando la etiqueta source y la etiqueta se puede especificar con la etiqueta
label. Deben proporcionarse ambas etiquetas, source y label, bajo el valor del parámetro
AttributeNames tal y como se especifica en la solicitud.

{"source":"linux ready for prime time , intel says , despite all the linux hype", 
 "label":1}
{"source":"bowled by the slower one again , kolkata , november 14 the past caught up 
 with sourav ganguly", "label":2}

El entrenamiento de etiquetas múltiples también se admite mediante la especificación de una matriz 
de JSON de etiquetas.

{"source":"linux ready for prime time , intel says , despite all the linux hype", 
 "label": [1, 3]}
{"source":"bowled by the slower one again , kolkata , november 14 the past caught up 
 with sourav ganguly", "label": [2, 4, 5]}

Para obtener más información sobre archivos de manifiesto aumentado, consulte Proporcione 
metadatos del conjunto de datos a trabajos de capacitación con un archivo de manifiesto aumentado.

Inferencia y artefactos de modelo

Artefactos de modelo para el algoritmo Word2Vec

Para la capacitación de Word2Vec, los artefactos del modelo se componen de vectors.txt, que 
contiene el mapeo de palabra a vectores, y vectors.bin, un binario utilizado por BlazingText para 
alojar, inferencia o ambos. vectors.txt almacena los vectores en un formato que sea compatible con 
otras herramientas como Gensim y Spacy. Por ejemplo, un usuario de Gensim puede ejecutar los 
siguientes comandos para cargar el archivo vectors.txt:

from gensim.models import KeyedVectors
word_vectors = KeyedVectors.load_word2vec_format('vectors.txt', binary=False)
word_vectors.most_similar(positive=['woman', 'king'], negative=['man'])
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word_vectors.doesnt_match("breakfast cereal dinner lunch".split())

Si el parámetro de evaluación se establece como True, se crea un archivo adicional, eval.json. Este 
archivo contiene los resultados de evaluación de similitud (mediante coeficientes de correlación de 
clasificación de Spearman) en el conjunto de datos de WS-353. El número de palabras del conjunto 
de datos WS-353 que no están en el cuerpo de capacitación se notifican.

Para solicitudes de inferencia, el modelo acepta un archivo JSON que contiene una lista de cadenas 
y devuelve una lista de vectores. Si la palabra no se encuentra en vocabulario, la inferencia devuelve 
un vector de ceros. Si las subunidades de palabras se establecen en True durante la capacitación, 
el modelo es capaz de generar vectores de eventos para palabras no presentes en el vocabulario 
(OOV).

Ejemplo de solicitud JSON

Tipo MIME: application/json

{
"instances": ["word1", "word2", "word3"]
}

Artefactos de modelo para el algoritmo de clasificación de texto

La capacitación con salidas supervisadas crea un archivo model.bin archivo que el alojamiento 
BlazingText puede consumir. Para la inferencia, el modelo BlazingText acepta un archivo JSON 
que contiene una lista de frases y devuelve una lista de etiquetas previstas y puntuaciones de 
probabilidad correspondientes. Se espera que cada frase sea una cadena con tokens separados por 
espacios, palabras o ambos.

Ejemplo de solicitud JSON

Tipo MIME: application/json

{ 
 "instances": ["the movie was excellent", "i did not like the plot ."]
}

De forma predeterminada, el servidor devuelve solo una predicción, la que tiene mayor probabilidad. 
Para recuperar las principales predicciones k, puede establecer k en la configuración, tal y como se 
indica a continuación:

Uso de algoritmos integrados 2941



Amazon SageMaker Guía para desarrolladores

{ 
 "instances": ["the movie was excellent", "i did not like the plot ."], 
 "configuration": {"k": 2}
}

Para BlazingText, los parámetros  content-type y accept deben ser iguales. Para transformar 
por lotes, es necesario que ambos sean application/jsonlines. Si son diferentes, el campo
Accept no se tiene en cuenta. Se muestra a continuación el formato para la entrada:

content-type: application/jsonlines

{"source": "source_0"}
{"source": "source_1"}

if you need to pass the value of k for top-k, then you can do it in the following way:

{"source": "source_0", "k": 2}
{"source": "source_1", "k": 3}

Se muestra a continuación el formato para la salida:

accept: application/jsonlines

{"prob": [prob_1], "label": ["__label__1"]}
{"prob": [prob_1], "label": ["__label__1"]}

If you have passed the value of k to be more than 1, then response will be in this 
 format:

{"prob": [prob_1, prob_2], "label": ["__label__1", "__label__2"]}
{"prob": [prob_1, prob_2], "label": ["__label__1", "__label__2"]}

Para ambos modos supervisado (clasificación del texto) y sin monitorizar (Word2Vec), los archivos 
binarios (*.bin) producidos por BlazingText pueden ser consumidos por fastText y viceversa. Puede 
utilizar archivos binarios producidos por BlazingText por fastText. Del mismo modo, puede alojar 
archivos binarios del modelo creados con fastText mediante BlazingText.

Este es un ejemplo de cómo usar un modelo generado con BlazingText con fastText:
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#Download the model artifact from S3
aws s3 cp s3://<YOUR_S3_BUCKET>/<PREFIX>/model.tar.gz model.tar.gz

#Unzip the model archive
tar -xzf model.tar.gz

#Use the model archive with fastText
fasttext predict ./model.bin test.txt

Sin embargo, los binarios solo se admiten cuando se capacita en CPU y GPU única; la capacitación 
en Multi-GPU no producirá binarios.

Recomendación de instancia EC2 para el algoritmo BlazingText

Para los modos cbow y skipgram, BlazingText admite instancias de CPU y GPU únicas. Ambos 
modos son compatibles con el aprendizaje de incrustaciones de subwords. Para conseguir 
la máxima velocidad sin comprometer la precisión, recomendamos que utilice una instancia 
ml.p3.2xlarge.

Para el modo batch_skipgram, BlazingText admite una o varias instancias de CPU. 
Cuando realice la capacitación en varias instancias, establezca el valor del campo
S3DataDistributionType del objeto S3DataSource que se pasa a CreateTrainingJob en
FullyReplicated. BlazingText se encarga de la distribución de datos en las máquinas.

Para el modo de clasificación de texto supervisado, se recomienda una instancia C5 si el conjunto 
de datos de capacitación es inferior a 2 GB. Para conjuntos de datos más grandes, use una 
instancia con una sola GPU. BlazingText admite instancias P2, P3, G4dn y G5 para entrenamiento e 
inferencia.

Cuadernos de ejemplo de BlazingText

Para ver un ejemplo de cuaderno que entrena e implementa el algoritmo BlazingText de SageMaker 
a fin de generar vectores de palabras, consulte Learning Word2Vec Word Representations using 
BlazingText. A fin de obtener instrucciones para crear y obtener acceso a instancias de cuaderno de 
Jupyter que pueda utilizar para ejecutar el ejemplo en SageMaker, consulte Instancias de Amazon 
SageMaker Notebook. Después de crear y abrir una instancia de cuaderno, seleccione la pestaña
Ejemplos de SageMaker para ver una lista de todos los ejemplos de SageMaker. Los blocs de notas 
de muestra de modelado de temas que utilizan Blazing Text se encuentran situados en la sección de
Introduction a algoritmos de Amazon . Para abrir un bloc de notas, elija su pestaña Use (Usar) y, a 
continuación, elija Create copy (Crear copia).
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Hiperparámetros de BlazingText

Cuando inicie un trabajo de capacitación con una solicitud CreateTrainingJob, especifique un 
algoritmo de capacitación. También puede especificar hiperparámetros específicos de algoritmos 
como mapeos de cadena a cadena. Los hiperparámetros para el algoritmo BlazingText dependen del 
modo que utilice: Word2Vec (sin monitorizar) y Clasificación de texto (supervisado).

Hiperparámetros de Word2Vec

En la siguiente tabla, aparecen los hiperparámetros para el algoritmo de entrenamiento BlazingText 
Word2Vec proporcionado por Amazon SageMaker.

Nombre del parámetro Descripción

mode La arquitectura de Word2vec se utiliza para la capacitación.

Obligatorio

Valores válidos: batch_skipgram , skipgram o cbow

batch_size El tamaño de cada lote cuando mode se establece en
batch_skipgram . Establezca un número entre 10 y 20.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 11

buckets La cantidad de buckets hash que se va a utilizar para subunidad 
es de palabras.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 2000000

epochs El número de pasadas completas en los datos de capacitación.

Opcional
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Nombre del parámetro Descripción

Valores válidos: número entero positivo

Valor predeterminado: 5

evaluation Si el modelo entrenado se evalúa mediante la prueba de 
WordSimilarity-353.

Opcional

Valores válidos: (booleano) True o False

Valor predeterminado: True

learning_rate El tamaño del paso usado para actualizaciones de parámetros.

Opcional

Valores válidos: número flotante positivo

Valor predeterminado: 0.05

min_char El número mínimo de caracteres que se va a utilizar para n-
gramas de subunidades de palabras/caracteres.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 3

min_count Las palabras que aparecen menos de min_count  veces se 
descartan.

Opcional

Valores válidos: número entero no negativo

Valor predeterminado: 5
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Nombre del parámetro Descripción

max_char El número máximo de caracteres que se va a utilizar para n-
gramas de subunidades de palabras/caracteres

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 6

negative_samples El número de muestras negativas para la estrategia de uso 
compartido de muestra negativa.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

sampling_threshold El umbral para las apariciones de palabras. Las palabras que 
aparecen con mayor frecuencia en los datos de capacitación se 
muestrea de forma aleatoria.

Opcional

Valores válidos: fracción positiva. El intervalo recomendado es 
(0, 1e-3]

Valor predeterminado: 0.0001

subwords Para decidir si aprender incrustaciones de subunidades de 
palabras o no.

Opcional

Valores válidos: (booleano) True o False

Valor predeterminado: False
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Nombre del parámetro Descripción

vector_dim La dimensión de los vectores de palabras que aprende el 
algoritmo.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 100

window_size El tamaño de la ventana de contexto. La ventana de contexto 
es el número de palabras alrededor de la palabra de destino 
utilizada para la capacitación.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

Hiperparámetros de clasificación de texto

En la siguiente tabla, aparecen los hiperparámetros para el algoritmo de entrenamiento Text 
Classification proporcionado por Amazon SageMaker.

Note

Aunque algunos de los parámetros son comunes entre los modos de clasificación de texto y 
Word2Vec, es posible que tenga significados diferentes en función del contexto.

Nombre del parámetro Descripción

mode El modo de capacitación.

Obligatorio

Valores válidos: supervised
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Nombre del parámetro Descripción

buckets La cantidad de buckets hash que se va a utilizar para n-gramas 
de palabras.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 2000000

early_stopping Decidir si detener la capacitación si la precisión de validació 
n no mejora después de un número de fechas de inicio de
patience. Tenga en cuenta que se requiere un canal de 
validación si se utiliza una parada temprana.

Opcional

Valores válidos: (booleano) True o False

Valor predeterminado: False

epochs El número máximo de pasadas completas en los datos de 
capacitación.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

learning_rate El tamaño del paso usado para actualizaciones de parámetros.

Opcional

Valores válidos: número flotante positivo

Valor predeterminado: 0.05
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Nombre del parámetro Descripción

min_count Las palabras que aparecen menos de min_count  veces se 
descartan.

Opcional

Valores válidos: número entero no negativo

Valor predeterminado: 5

min_epochs El número mínimo de fechas de inicio que debe capacitarse 
antes de invocar la lógica de detención temprana.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

patience El número de fechas de inicio que se debe esperar antes de 
la aplicación de la detención temprana cuando no se produce 
ningún avance en el conjunto de validación. Solo se usa cuando
early_stopping  es True.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 4

vector_dim La dimensión de la capa de integración.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 100
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Nombre del parámetro Descripción

word_ngrams El número de características de n-gramas de palabras que se va 
a utilizar.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 2

Ajuste de un modelo BlazingText

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Las métricas computadas por el algoritmo BlazingText

El algoritmo BlazingText Word2Vec (modos skipgram, cbow y batch_skipgram) informa una 
única métrica durante la capacitación: train:mean_rho. Esta métrica se computa en conjuntos de 
datos de WS-353 de similitud de palabras. Al ajustar los valores del hiperparámetro para el algoritmo 
Word2Vec, utilice esta métrica como la métrica objetiva.

El algoritmo de clasificación de texto BlazingText (modo supervised), también informa una 
única métrica durante la capacitación: la validation:accuracy. Al ajustar los valores del 
hiperparámetro para el algoritmo de clasificación de texto, utilice estas métricas como la métrica 
objetiva.
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Nombre de métrica Descripción Dirección de 
optimización

train:mean_rho La ro media (coeficiente de correlación de 
clasificación de Spearman) en conjuntos de 
datos de WS-353 de similitud de palabras

Maximizar

validatio 
n:accuracy

La precisión de clasificación en el conjunto de 
datos de validación especificado por el usuario

Maximizar

Hiperparámetros de BlazingText ajustables

Hiperparámetros ajustables para el algoritmo Word2Vec

Ajuste un modelo BlazingText Word2Vec de Amazon SageMaker con los siguientes hiperparámetros. 
Los hiperparámetros con el mayor impacto en métricas objetivas de Word2Vec son: mode, 
learning_rate, window_size, vector_dim y negative_samples.

Nombre del 
parámetro

Tipo de parámetro Rangos o valores 
recomendados

batch_size IntegerParameterRange [8-32]

epochs IntegerParameterRange [5-15]

learning_rate ContinuousParameterRange MinValue: 0,005, 
MaxValue: 0,01

min_count IntegerParameterRange [0-100]

mode CategoricalParameterRange ['batch_sk 
ipgram' ,
'skipgram' ,
'cbow']

negative_ 
samples

IntegerParameterRange [5-25]
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Nombre del 
parámetro

Tipo de parámetro Rangos o valores 
recomendados

sampling_ 
threshold

ContinuousParameterRange MinValue: 0,0001, 
MaxValue: 0,001

vector_dim IntegerParameterRange [32-300]

window_size IntegerParameterRange [1-10]

Hiperparámetros ajustables para el algoritmo de clasificación de texto

Ajuste un modelo de clasificación de texto BlazingText de Amazon SageMaker con los siguientes 
hiperparámetros.

Nombre del 
parámetro

Tipo de parámetro Rangos o valores 
recomendados

buckets IntegerParameterRange [1000000-10000000]

epochs IntegerParameterRange [5-15]

learning_rate ContinuousParameterRange MinValue: 0,005, 
MaxValue: 0,01

min_count IntegerParameterRange [0-100]

vector_dim IntegerParameterRange [32-300]

word_ngrams IntegerParameterRange [1-3]

Algoritmo Asignación latente de Dirichlet (LDA)

El algoritmo Amazon SageMaker Latent Dirichlet Allocation (LDA) de es un algoritmo de aprendizaje 
no supervisado que intenta describir un conjunto de observaciones como una mezcla de distintas 
categorías. LDA se utiliza normalmente para detectar un número especificado por el usuario de 
temas compartidos por los documentos dentro de un cuerpo de textos. Aquí, cada observación es 
un documento, las características son la presencia (o recuento de apariciones) de cada palabra y 

Uso de algoritmos integrados 2952



Amazon SageMaker Guía para desarrolladores

las categorías son los temas. Puesto que el método no se supervisa, los temas no se especifican 
inicialmente y no se garantiza que se sigan los procedimientos de categorización naturales de los 
documentos. Los temas se aprenden como una distribución de probabilidad a través de las palabras 
que se generan en cada documento. Cada documento, a su vez, se describe como una combinación 
de temas.

El contenido exacto de dos documentos con combinaciones de temas similares no será el mismo. 
Sin embargo, en general, se puede esperar que estos documentos usen con más frecuencia un 
subconjunto compartido de palabras que cuando se compara con un documento de una combinación 
de temas diferentes. Esto permite a LDA detectar estos grupos de palabras y utilizaros para formar 
temas. A continuación mostramos un ejemplo muy sencillo, a partir de un conjunto de documentos 
en los que las únicas palabras que aparecen en ellos son: comer, dormir, jugar, maullar y ladrar, LDA 
produciría temas como estos:

Tema comer dormir jugar maullar ladrar

Tema 1 0.1 0.3 0.2 0.4 0.0

Tema 2 0.2 0.1 0.4 0.0 0.3

Puede deducir que los documentos que tienen una mayor probabilidad de formar parte del Tema 
1 tienen que ver con los gatos (que es más probable que maúllen y duerman) y es más probable 
que los documentos que formen parte del tema 2 tengan que ver con los perros (que prefieren jugar
y ladrar). Puede encontrar estos temas a pesar de que las palabras "perro" y "gato" no aparezcan 
nunca en ninguno de los textos.

Temas

• Elección entre Latent Dirichlet Allocation (LDA) y Neural Topic Model (NTM)

• Interfaz de entrada/salida para el algoritmo LDA

• Recomendación de la instancia EC2 para el algoritmo LDA

• Cuadernos de muestra de LDA

• Funcionamiento de LDA

• Hiperparámetros de LDA

• Ajustar un modelo LDA
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Elección entre Latent Dirichlet Allocation (LDA) y Neural Topic Model (NTM)

Los modelos temáticos se utilizan comúnmente para producir temas a partir de corpus que (1) 
encapsulan de manera uniforme el significado semántico y (2) describen bien los documentos. Por lo 
tanto, los modelos de temas tienen como objetivo minimizar la perplejidad y maximizar la uniformidad 
de los temas.

La perplejidad es una métrica intrínseca de evaluación del modelado del lenguaje que mide la 
inversa de la probabilidad media geométrica por palabra en los datos de la prueba. Una puntuación 
de perplejidad más baja indica un mejor rendimiento de generalización. Las investigaciones han 
demostrado que la probabilidad calculada por palabra a menudo no se ajusta al juicio humano, y 
puede no estar correlacionada en absoluto, por lo que se ha introducido la uniformidad temática. 
Cada tema deducido del modelo consta de palabras, y la uniformidad entre los temas se calcula con 
las N palabras principales del modelo para ese tema concreto. Suele definirse como el promedio o 
la mediana de las puntuaciones de similitud de palabras por pares de las palabras de ese tema; por 
ejemplo, información mutua puntual (PMI). Un modelo prometedor genera temas uniformes o temas 
con puntuaciones altas de uniformidad temática.

Si bien el objetivo es formar un modelo temático que minimice la perplejidad y maximice la 
uniformidad temática, a menudo existe un equilibrio entre el LDA y el NTM. Una investigación 
reciente de Amazon (Dinget y otros, 2018) ha demostrado que el NTM puede lograr una alta 
uniformidad temática, pero el LDA, entrenado con un muestreo fragmentado de Gibbs, logra una 
mayor perplejidad. Existe un equilibrio entre la perplejidad y la uniformidad de los temas. Desde el 
punto de vista práctico, si hablamos de hardware y de potencia de computación, el hardware NTM 
de SageMaker es más flexible que el LDA y se puede escalar mejor, ya que NTM puede ejecutarse 
en la CPU y la GPU y se puede paralelizar en varias instancias de GPU, mientras que el LDA solo 
admite el entrenamiento con CPU en una sola instancia.

Temas

• Interfaz de entrada/salida para el algoritmo LDA

• Recomendación de la instancia EC2 para el algoritmo LDA

• Cuadernos de muestra de LDA

• Funcionamiento de LDA

• Hiperparámetros de LDA

• Ajustar un modelo LDA
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Interfaz de entrada/salida para el algoritmo LDA

LDA espera que se proporcionen datos sobre el canal de capacitación y admite de forma opcional 
un canal de prueba, que se puntúa mediante el modelo final. LDA es compatible con los formatos 
de archivo recordIO-wrapped-protobuf (denso y disperso) y CSV. Para CSV, los datos deben 
ser densos y tener la dimensión igual a número de registros * tamaño del vocabulario. Es posible 
capacitar la LDA en File o Pipe al utilizar recordIO-wrapped protobuf, pero solo en modo de archivo 
para el formato CSV.

Para la inferencia, se admiten los tipos de contenido text/csv, application/json
y application/x-recordio-protobuf. Es posible pasar los datos dispersos para
application/json y application/x-recordio-protobuf. La inferencia de LDA devuelve 
predicciones application/json o application/x-recordio-protobuf , que incluyen el 
vector topic_mixture para cada observación.

Para obtener más información sobre los formatos de capacitación e inferencia, consulte los
Cuadernos de muestra de LDA.

Recomendación de la instancia EC2 para el algoritmo LDA

Actualmente, LDA solo es compatible con la capacitación de CPU de una instancia. Se recomiendan 
las instancias de CPU para el alojamiento o la inferencia.

Cuadernos de muestra de LDA

Para consultar un cuaderno de muestra donde se vea cómo entrenar al algoritmo SageMaker 
Latent Dirichlet Allocation en un conjunto de datos y cómo implementar el modelo entrenado 
para realizar inferencias en las combinaciones de temas en documentos de entrada, consulte
An Introduction to SageMaker LDA. Para obtener instrucciones sobre cómo crear instancias de 
cuadernos de Jupyter que pueda utilizar para ejecutar el ejemplo en SageMaker, consulte Instancias 
de Amazon SageMaker Notebook. Una vez que haya creado una instancia de cuaderno y la haya 
abierto, seleccione la pestaña Ejemplos de SageMaker para ver una lista de todas las muestras 
de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan los algoritmos NTM se 
encuentran en la sección de introducción a algoritmos de Amazon. Para abrir un bloc de notas, haga 
clic en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Funcionamiento de LDA

Amazon SageMaker LDA es un algoritmo de aprendizaje no supervisado que intenta describir un 
conjunto de observaciones como una combinación de categorías distintas. Estas categorías son 
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por sí mismas una distribución de probabilidad sobre las características. LDA es un modelo de 
probabilidad generativo, lo que significa que intenta proporcionar un modelo para la distribución de 
salidas y entradas basado en variables latentes. Esto se opone a los modelos discriminatorios, que 
intentan aprender cómo mapear entradas en salidas.

Puede utilizar LDA para una serie de tareas, desde agrupar en clústeres clientes según las 
compras de productos hasta realizar un análisis armónico automático de la música. Sin embargo, 
normalmente se asocia al modelado de temas en los cuerpos de texto. Se hace referencia a 
las observaciones como documentos. Se hace referencia al conjunto de características como 
vocabulario. Se hace referencia a una característica como a una palabra. Se hace referencia a las 
categorías resultantes como temas.

Note

La lematización aumenta significativamente la precisión y el desempeño del algoritmo. 
Considere realizar el procesamiento previo de cualquier datos de texto de entrada. Para 
obtener más información, consulte Stemming and lemmatization.

El modelo LDA se define mediante dos parámetros:

• α: una estimación anterior sobre la probabilidad del tema (es decir, la frecuencia media con la que 
aparece cada tema en un documento determinado).

• β: una recopilación de temas k en los que a cada tema se le proporciona una distribución de 
probabilidad sobre el vocabulario utilizado en un cuerpo de documentos, a lo que también se le 
llama "distribución de tema-palabra".

LDA es un modelo "bolsa continua de palabras", que significa que el orden de las palabras no es 
significativo. LDA es una modelo generativo en el que se genera cada documento palabra por 
palabra eligiendo una combinación de temas θ ∼ Dirichlet(α).

Realice el siguiente procedimiento en cada palabra del documento:

• Elegir un tema z ∼ Multinomial(θ)

• Elija la distribución tema-palabra correspondiente β_z.

• Dibuje una palabra w ∼ Multinomial(β_z).
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Cuando se realiza la capacitación del modelo, el objetivo es encontrar los parámetros α y β, que 
maximizan la probabilidad de que el modelo genere el cuerpo de textos.

Los métodos más populares para la estimación del modelo LDA utilizan el muestreo Gibbs o las 
técnicas de maximización de expectativas (EM, del inglés Expectation Maximization). Amazon 
SageMaker LDA utiliza la descompensación espectral del tensor. Esto proporciona varias ventajas:

• Garantías teóricas sobre los resultados. Se garantiza que el método EM estándar converge solo de 
forma óptima en local, que normalmente suele ser de poca calidad.

• Lamentablemente en paralelo. El trabajo puede dividirse en documentos de entrada de inferencia y 
capacitación. Los enfoques de muestreo de Gibbs y método EM pueden paralelizarse, pero no tan 
fácilmente.

• Rápido. Aunque el método EM dispone de un costo bajo de iteración, está preparado para 
velocidades bajas de convergencia. El muestreo de Gibbs está también sujeto a velocidades bajas 
de convergencia y también requiere un gran número de muestras.

En líneas generales, el algoritmo de descomposición del tensor sigue este proceso:

1. El objetivo es calcular la descomposición espectral de un tensor V x V x V, que resume los 
momentos de los documentos en nuestro corpus. V es el tamaño del vocabulario (es decir, el 
número de palabras distintas en todos los documentos). Los componentes espectrales de este 
tensor son los parámetros LDA α y β, que maximizan la probabilidad general del cuerpo de 
documentos. Sin embargo, puesto que el tamaño del vocabulario suele ser grande, este tensor V x
V x V es demasiado grande para almacenarlo en memoria.

2. En su lugar, utiliza una matriz de momento V x V, que es la análoga bidimensional del tensor 
del paso 1, para buscar una matriz de blanqueamiento de la dimensión V x k. Esta matriz puede 
utilizarse para convertir la matriz de momento V x V en una matriz de identidad k x k. k es el 
número de temas en el modelo.

3. Esta misma matriz de blanqueamiento puede utilizarse para buscar un tensor k x k x k más 
pequeño. Cuando se descompone espectralmente, este tensor dispone de componentes que 
tienen una relación sencilla con los componentes del tensor V x V x V.

4. Los mínimos cuadrados alternantes se utilizan para descomponer el tensor k x k x k más 
pequeño. Esto proporciona una mejora sustancial en el consumo de memoria y la velocidad. Los 
parámetros α y β pueden encontrarse mediante el "desblanqueamiento" de estas salidas en la 
descomposición espectral.
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Después de que se hayan encontrado los parámetros del modelo LDA, puede buscar las 
combinaciones de temas para cada documento. Utilice Stochastic Gradient Descent para 
optimizar la función de probabilidad de la observación de una combinación de temas determinada 
correspondiente a estos datos.

La calidad de los temas se puede mejorar aumentando el número de temas que buscar en una 
capacitación y, a continuación, filtrando los que tienen una peor calidad. De hecho, esto se hace 
de forma automática en SageMaker LDA: se procesa un 25 % más de temas y solo se devuelven 
los que tienen las distribuciones a priori de Dirichlet de mayor tamaño asociadas. Para realizar un 
análisis y filtrado del tema más avanzado, puede aumentar el recuento de temas y modificar el 
modelo LDA resultante de la siguiente manera:

> import mxnet as mx
> alpha, beta = mx.ndarray.load(‘model.tar.gz’)
> # modify alpha and beta
> mx.nd.save(‘new_model.tar.gz’, [new_alpha, new_beta])
> # upload to S3 and create new SageMaker model using the console

Para obtener información sobre los algoritmos de LDA y la implementación de SageMaker, consulte 
los siguientes documentos:

• Animashree Anandkumar, Rong Ge, Daniel Hsu, Sham M Kakade y Matus Telgarsky. Tensor 
Decompositions for Learning Latent Variable Models, Journal of Machine Learning Research, 
15:2773–2832, 2014.

• David M Blei, Andrew Y Ng y Michael I Jordan. Asignación latente de Dirichlet (LDA) Journal of 
Machine Learning Research, 3(ene):993–1022, 2003.

• Thomas L Griffiths y Mark Steyvers. Finding Scientific Topics. Proceedings of the National 
Academy of Sciences, 101(supl. 1):5228–5235, 2004.

• Tamara G Kolda y Brett W Bader. Tensor Decompositions and Applications. SIAM Review, 
51(3):455–500, 2009.

Hiperparámetros de LDA

En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación. También puede 
especificar hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En la 
siguiente tabla, aparecen los hiperparámetros para el algoritmo de entrenamiento LDA proporcionado 
por Amazon SageMaker. Para obtener más información, consulte Funcionamiento de LDA.
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Nombre del parámetro Descripción

num_topics El número de temas de LDA para buscar en los datos.

Obligatorio

Valores válidos: número entero positivo

feature_dim El tamaño del vocabulario del cuerpo de documentos de 
entrada.

Obligatorio

Valores válidos: número entero positivo

mini_batch_size El número total de documentos en el cuerpo de documentos de 
entrada.

Obligatorio

Valores válidos: número entero positivo

alpha0 Suposición inicial del parámetro de concentración: la suma de 
los elementos de Dirichlet anterior. Es más probable que los 
valores pequeños generen combinaciones de temas dispersos 
y los valores grandes (superiores a 1,0) generen combinaciones 
más uniformes.

Opcional

Valores válidos: número flotante positivo

Valor predeterminado: 1.0

max_restarts El número de reinicios que realizar durante la fase de 
descomposición espectral de mínimos cuadrados alternant 
es (ALS) del algoritmo. Se puede utilizar para buscar mejor el 
mínimo local de calidad a costa de una computación adicional, 
pero normalmente no debe ajustarse.

Opcional
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Nombre del parámetro Descripción

Valores válidos: número entero positivo

Valor predeterminado: 10

max_iterations El número máximo de iteraciones que realizar durante la fase 
ALS del algoritmo. Se puede utilizar para buscar mejor el 
mínimo de calidad a costa de una computación adicional, pero 
normalmente no debe ajustarse.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1000

tol Tolerancia a errores del destino para la fase ALS del algoritmo 
. Se puede utilizar para buscar mejor el mínimo de calidad a 
costa de una computación adicional, pero normalmente no debe 
ajustarse.

Opcional

Valores válidos: número flotante positivo

Valor predeterminado: 1e-8

Ajustar un modelo LDA

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

LDA es un algoritmo de modelado de temas no supervisado que intenta describir un conjunto de 
observaciones (documentos) como una combinación de categorías (temas) distintas. La métrica 
"probabilidad de registro por palabra" (PWLL) mide la probabilidad de que un conjunto de temas 
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aprendidos (un modelo LDA) describe de forma precisa un conjunto de datos de documento de 
prueba. Valores más altos de PWLL indican que es más probable que los datos de prueba se 
describan en el modelo LDA.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas calculadas por el algoritmo LDA

El algoritmo LDA informa sobre en una única métrica durante la capacitación: test:pwll. Al ajustar 
un modelo, elija esta métrica como la métrica objetivo.

Nombre de métrica Descripción Dirección de 
optimización

test:pwll Probabilidad de registro por palabra en el 
conjunto de datos de prueba. La probabilidad 
de que el conjunto de datos de prueba sea 
descrito con exactitud por el modelo aprendido 
LDA.

Maximizar

Hiperparámetros de LDA ajustables

Puede ajustar los siguientes hiperparámetros para el algoritmo de LDA. Los hiperparámetros
alpha0 y num_topics pueden afectar a la métrica objetivo LDA (test:pwll). Si aún no conoce 
los valores óptimos para estos hiperparámetros, que maximizan la probabilidad de registro por 
palabra y producen un modelo LDA preciso, un ajuste de modelo LDA automático puede ayudar a 
encontrarlos.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

alpha0 ContinuousParameterRanges MinValue: 0.1, 
MaxValue: 10

num_topics IntegerParameterRanges MinValue: 1, 
MaxValue: 150
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Algoritmo de Modelo de tema neuronal (NTM)

Amazon SageMaker NTM es un algoritmo de aprendizaje no supervisado que se utiliza para 
organizar un corpus de documentos en temas que contienen grupos de palabras en función de su 
distribución estadística. Los documentos que contienen presencias frecuentes de palabras como 
"moto", "coche", "tren", "distancia" y "velocidad", es probable que compartan un tema de "transporte", 
por ejemplo. El modelado de temas se puede utilizar para clasificar o resumir documentos en 
función de los temas detectados o para recuperar información o contenido recomendado en función 
de similitudes por tema. Los temas de documentos que aprende NTM son caracterizado como 
una representación latente porque los temas se infieren a partir de las distribuciones de palabras 
observadas en el corpus. La semántica de los temas se infiere normalmente mediante el examen 
de las palabras más importantes que contienen. Puesto que el método no es supervisado, se 
especifican previamente solo los números de temas, no los propios temas. Además, no se garantiza 
que los temas sigan los procedimientos de categorización naturales de los documentos.

Los modelos de temas proporcionan una forma de visualizar contenido de un gran cuerpo de 
documentos en términos de temas aprendidos. Los documentos relevantes para cada tema deben 
indexarse o buscarse en función de las etiquetas de temas blandas. Las representaciones latentes 
de documentos pueden utilizarse para buscar documentos similares en el espacio del tema. También 
puede utilizar las representaciones latentes de documentos que aprende el modelo del tema para 
la entrada en otro algoritmo supervisado como un clasificador de documentos. Puesto que se 
prevé que las representaciones latentes de documentos capturen la semántica de los documentos 
subyacentes, se espera que los algoritmos basados en parte en estas representaciones tengan un 
mejor rendimiento que los basados solo en características léxicas.

Aunque puede utilizar los algoritmos NTM y LDA de Amazon SageMaker para el modelo de temas, 
son algoritmos distintos y puede esperarse que produzcan diferentes resultados en los mismos datos 
de entrada.

Para obtener más información sobre las operaciones matemáticas que se encuentran detrás de 
NTM, consulte Inferencia variacional neuronal para el procesamiento de texto.

Temas

• Interfaz de entrada/salida para el algoritmo NTM

• Recomendación de la instancia EC2 para el algoritmo NTM

• Bloc de notas de muestra de NTM

• Hiperparámetros de NTM
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• Ajustar un modelo NTM

• Formatos de respuesta de NTM

Interfaz de entrada/salida para el algoritmo NTM

Amazon SageMaker Neural Topic Model admite cuatro canales de datos: entrenamiento, validación, 
prueba y auxiliar. Los canales de datos de validación, prueba y auxiliar son opcionales. Si especifica 
cualquiera de estos canales opcionales, establezca el valor del S3DataDistributionType
parámetro para ellos FullyReplicated. Si proporciona datos de validación, la pérdida en estos 
datos se registra en cada fecha de inicio y el modelo detiene la capacitación cuando detecta que esa 
pérdida de validación no mejora. Si no proporciona datos de validación, el algoritmo detiene los datos 
basados anteriormente en la capacitación, pero esto puede ser menos eficiente. Si proporciona datos 
de prueba, el algoritmo informa de la pérdida de prueba del modelo final.

Los canales de datos de capacitación, validación y prueba para NTM admiten recordIO-wrapped-
protobuf (denso y disperso) y formatos de archivo CSV. Para el formato CSV, cada fila debe 
representarse densamente con recuentos de cero para las palabras no presentes en el documento 
correspondiente y tener la dimensión igual a: (número de registros) * (tamaño de vocabulario). Puede 
usar el modo de archivo o el modo de canalización para capacitar modelos con datos con formato
recordIO-wrapped-protobuf o CSV. El canal auxiliar se utiliza para suministrar un archivo de 
texto que contiene vocabulario. Al proporcionar el archivo de vocabulario, los usuarios pueden ver 
las primeras palabras para cada uno de los temas impresos en el registro en lugar de su IDs de 
entero. Tener el archivo de vocabulario también permite a NTM calcular puntuaciones de Coherencia 
del tema de incrustación de palabra (WETC), una nueva métrica que se muestran en el registro 
que captura similitud entre las primeras palabras en cada tema de forma eficaz. El ContentType
para el canal auxiliar es text/plain, con cada línea que contiene una única palabra, en el orden 
correspondiente a las IDs de entero proporcionadas en los datos. El archivo de vocabulario debe 
tener el nombre vocab.txt y actualmente solo se admite la codificación UTF-8.

Para la inferencia, se admiten los tipos de contenido text/csv, application/json,
application/jsonlines y application/x-recordio-protobuf. Es posible pasar los datos 
dispersos para application/json y application/x-recordio-protobuf. La inferencia de 
NTM devuelve predicciones application/json o application/x-recordio-protobuf , que 
incluyen el vector topic_weights para cada observación.

Consulte la entrada de blog y el bloc de notas complementario para obtener más información sobre 
el uso del canal auxiliar y las puntuaciones WETC. Para obtener más información acerca de cómo 
calcular la puntuación WETC, consulte Modelado de temas neuronales consciente de la coherencia. 
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Hemos utilizado la WETC por pares como se describe en este documento para Amazon SageMaker 
Neural Topic Model.

Para obtener más información sobre los formatos de archivo de entrada y salida, consulte Formatos 
de respuesta de NTM para inferencia y Bloc de notas de muestra de NTM.

Recomendación de la instancia EC2 para el algoritmo NTM

La capacitación de NTM admite tanto los tipos de instancia de GPU como de CPU. Recomendamos 
las instancias de GPU, pero para determinadas cargas de trabajo, las instancias de CPU pueden 
generar costos de capacitación inferiores. Las instancias de CPU deben ser suficientes para la 
inferencia. El algoritmo NTM admite las familias de instancias de GPU P2, P3, G4dn y G5 para el 
entrenamiento y la inferencia.

Bloc de notas de muestra de NTM

Para ver un cuaderno de muestra que utiliza el algoritmo SageMaker NTM para descubrir temas 
de documentos desde un origen de datos sintético donde se conocen las distribuciones de temas, 
consulte Introduction to Basic Functionality of NTM. Para obtener instrucciones sobre cómo crear 
instancias de cuadernos de Jupyter que pueda utilizar para ejecutar el ejemplo en SageMaker, 
consulte Instancias de Amazon SageMaker Notebook. Una vez que haya creado una instancia de 
cuaderno y la haya abierto, seleccione la pestaña Ejemplos de SageMaker para ver una lista de 
todas las muestras de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan los 
algoritmos NTM se encuentran en la sección de introducción a algoritmos de Amazon. Para abrir un 
bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Hiperparámetros de NTM

Nombre del parámetro Descripción

feature_dim El tamaño del vocabulario del conjunto de datos.

Obligatorio

Valores válidos: número entero positivo (mín.: 1, máx.: 
1,000,000)

num_topics El número de temas necesarios.

Obligatorio
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Nombre del parámetro Descripción

Valores válidos: número entero positivo (mín.: 2, máx.: 1000)

batch_norm Si utilizar la normalización por lotes durante la capacitación.

Opcional

Valores válidos: True o False

Valor predeterminado: false

clip_gradient La magnitud máxima para cada componente de gradiente.

Opcional

Valores válidos: número flotante (mín.: 1e-3)

Valor predeterminado: infinito

encoder_layers El número de capas en el codificador y el tamaño de salida de 
cada capa. Cuando se establezca en auto, el algoritmo usará 
dos capas de tamaños 3 x num_topics  y 2 x num_topics
respectivamente.

Opcional

Valores válidos: lista separada por comas de números enteros 
positivos o auto

Valor predeterminado: auto
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Nombre del parámetro Descripción

encoder_layers_act 
ivation

La función de activación a utilizar en las capas del codificador.

Opcional

Valores válidos:

• sigmoid: Función sigmoide

• tanh: Tangente hiperbólica

• relu: Unidad lineal rectificada

Valor predeterminado: sigmoid

epochs Número máximo de iteraciones en los datos de capacitación.

Opcional

Valores válidos: número entero positivo (mín.: 1)

Valor predeterminado: 50

learning_rate La tasa de aprendizaje para el optimizador.

Opcional

Valores válidos: número flotante (mín.: 1e-6, máx.: 1,0)

Valor predeterminado: 0.001

mini_batch_size El número de ejemplos en cada mini lote.

Opcional

Valores válidos: número entero positivo (mín.: 1, máx.: 10000)

Valor predeterminado: 256
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Nombre del parámetro Descripción

num_patience_epochs El número de fechas de inicio sucesivas en la que se evalúa el 
criterio de detención temprana. La detención temprana se activa 
cuando se produce el cambio en la función de pérdida cae por 
debajo del especificado tolerance  en el último num_patie 
nce_epochs  número de fechas de inicio. Para deshabilitar la 
detención temprana, establezca num_patience_epochs  en 
un valor superior a epochs.

Opcional

Valores válidos: número entero positivo (mín.: 1)

Valor predeterminado: 3

optimizer El optimizador a utilizar para la capacitación.

Opcional

Valores válidos:

• sgd: descenso de gradiente estocástico

• adam: estimación de momento adaptativa

• adagrad: Algoritmo de gradiente adaptativo

• adadelta: Un algoritmo de tasa de aprendizaje adaptativa

• rmsprop: Root mean square propagation

Valor predeterminado: adadelta

rescale_gradient El factor de reescalado para el gradiente.

Opcional

Valores válidos: número flotante (mín.: 1e-3, máx.: 1,0)

Valor predeterminado: 1.0

Uso de algoritmos integrados 2967

https://en.wikipedia.org/wiki/Stochastic_gradient_descent
https://en.wikipedia.org/wiki/Stochastic_gradient_descent#Adam
https://en.wikipedia.org/wiki/Stochastic_gradient_descent#AdaGrad
https://arxiv.org/pdf/1212.5701.pdf
https://en.wikipedia.org/wiki/Stochastic_gradient_descent#RMSProp


Amazon SageMaker Guía para desarrolladores

Nombre del parámetro Descripción

sub_sample La fracción de los datos de capacitación que se van a muestrear 
para capacitación por fecha de inicio.

Opcional

Valores válidos: número flotante (mín.: 0,0, máx.: 1,0)

Valor predeterminado: 1.0

tolerance El cambio relativo máximo en la función de pérdida. La 
detención temprana se activa cuando se produce el cambio en 
la función de pérdida cae por debajo de este valor en el último
num_patience_epochs  número de fechas de inicio.

Opcional

Valores válidos: número flotante (mín.: 1e-6, máx.: 0,1)

Valor predeterminado: 0.001

weight_decay El coeficiente de degradación de ponderación. Agrega la 
regularización L2.

Opcional

Valores válidos: número flotante (mín.: 0,0, máx.: 1,0)

Valor predeterminado: 0.0

Ajustar un modelo NTM

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Uso de algoritmos integrados 2968



Amazon SageMaker Guía para desarrolladores

Amazon SageMaker NTM es un algoritmo de aprendizaje no supervisado que aprende las 
representaciones latentes de colecciones grandes de datos discretos, como un corpus de 
documentos. Las representaciones latentes usan variables inferidas que no se miden directamente 
para modelar las observaciones en un conjunto de datos. El ajuste de modelo automático en 
NTM le ayuda a encontrar el modelo que minimiza la pérdida sobre los datos de capacitación o 
de validación. La pérdida de capacitación mide la eficacia del modelo para encajar los datos de 
capacitación. La pérdida de validación de mide la eficacia del modelo para generalizar a datos en los 
que no está capacitado. Una pérdida de capacitación baja indica que un modelo es idóneo para los 
datos de capacitación. Una pérdida de validación baja indica que un modelo no ha sobreajustado los 
datos de entrenamiento y, por tanto, debería poder modelar correctamente documentos con los que 
no ha sido entrenado. Normalmente, es preferible que ambas pérdidas sean pequeñas. Sin embargo, 
minimizar demasiado la pérdida de capacitación podría dar lugar a sobreajustes y aumentar la 
pérdida de validación, lo que reduciría la generalidad del modelo.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas calculadas por el algoritmo NTM

El algoritmo NTM informa una única métrica que se calcula durante la capacitación:
validation:total_loss. La pérdida total es la suma de la pérdida de reconstrucción y 
divergencia de Kullback-Leibler. Al ajustar los valores de hiperparámetro, elija esta métrica como el 
objetivo.

Nombre de métrica Descripción Dirección de 
optimización

validatio 
n:total_loss

Pérdida total en conjunto de validación Minimizar

Hiperparámetros de NTM ajustables

Puede ajustar los siguientes hiperparámetros para el algoritmo de NTM. Normalmente, el ajuste de 
valores bajos mini_batch_size y pequeños learning_rate da como resultado pérdidas de 
validación inferiores, aunque puede tardarse más en capacitar. Las pérdidas de validación bajas 
no producen necesariamente más temas coherentes interpretados por humanos. El efecto de otros 
hiperparámetros en capacitación y pérdida de validación puede oscilar entre un conjunto de datos y 
otro. Para ver qué valores son compatibles, consulte Hiperparámetros de NTM.
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

encoder_l 
ayers_act 
ivation

CategoricalParameterRanges ["sigmoid", "tanh", 
"relu"]

learning_rate ContinuousParameterRange MinValue: 1e-4, 
MaxValue: 0.1

mini_batch_size IntegerParameterRanges MinValue: 16, 
MaxValue:2048

optimizer CategoricalParameterRanges ["sgd", "adam", 
"adadelta"]

rescale_g 
radient

ContinuousParameterRange MinValue: 0,1, 
MaxValue: 1,0

weight_decay ContinuousParameterRange MinValue: 0,0, 
MaxValue: 1,0

Formatos de respuesta de NTM

Todos los algoritmos integrados de Amazon SageMaker siguen el formato de inferencia de entrada 
común descrito en Common Data Formats - Inference. Este tema contiene una lista de los formatos 
de salida disponibles para el algoritmo SageMaker NTM.

Formato de respuesta JSON

{ 
    "predictions":    [ 
        {"topic_weights": [0.02, 0.1, 0,...]}, 
        {"topic_weights": [0.25, 0.067, 0,...]} 
    ]
}
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Formato de respuesta JSONLINES

{"topic_weights": [0.02, 0.1, 0,...]}
{"topic_weights": [0.25, 0.067, 0,...]}

Formato de respuesta RECORDIO

[ 
    Record = { 
        features = {}, 
        label = { 
            'topic_weights': { 
                keys: [], 
                values: [0.25, 0.067, 0, ...]  # float32 
            } 
        } 
    }, 
    Record = { 
        features = {}, 
        label = { 
            'topic_weights': { 
                keys: [], 
                values: [0.25, 0.067, 0, ...]  # float32 
            } 
        } 
    }   
]

Algoritmo Object2Vec

El algoritmo Amazon SageMaker Object2Vec es un algoritmo de integración neuronal de uso 
general muy personalizable. Puede aprender integraciones densas de baja dimensionalidad de 
objetos de alta dimensionalidad. Las integraciones se aprenden de tal forma que conservan la 
semántica de la relación entre pares de objetos en el espacio original, en el espacio de integración. 
Puede utilizar las integraciones aprendidas, por ejemplo, para calcular de forma eficaz los vecinos 
más próximos de objetos y para visualizar clústeres naturales de objetos relacionados en espacio 
de baja dimensionalidad. También puede utilizar las integraciones como características de los 
objetos correspondientes en las tareas supervisadas posteriores, como, por ejemplo, clasificación o 
regresión.
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Object2Vec generaliza la técnica de integración conocida de Word2Vec para palabras que está 
optimizada en el Algoritmo BlazingText de SageMaker. Para ver una entrada de blog donde se 
explica cómo aplicar Object2Vec a algunos casos de uso prácticos, consulte Introduction to Amazon 
SageMaker Object2Vec.

Temas

• Interfaz de E/S para el algoritmo Object2Vec

• Recomendación de la instancia EC2 para el algoritmo Object2Vec

• Cuadernos de ejemplo de Object2Vec

• Cómo funciona Object2Vec

• Object2Vec Hyperparameters

• Ajuste de un modelo Object2Vec

• Formatos de datos para la capacitación de Object2Vec

• Formato de datos para inferencia de Object2Vec

• Integraciones de codificador para Object2Vec

Interfaz de E/S para el algoritmo Object2Vec

Puede utilizar Object2Vec en varios tipos de datos de entrada, incluidos los ejemplos siguientes:

Tipo de datos de entrada Ejemplo

Pares frase-frase “Un partido de fútbol con varios hombres jugando”. y “Algunos 
hombres practicando deporte”.

Pares de etiquetas-secuencia Las etiquetas de género de la película “Titanic”, como 
“Romance” y “Drama”, y una breve descripción: "La película 
Titanic de James Cameron es un romance épico con mucha 
acción donde se narra el primer y funesto viaje inaugural del 
R.M.S. Titanic”. Fue el navío más lujoso de su época, un barco 
de ensueño, que acabó llevando a más de 1500 personas 
a su muerte en las aguas heladas del Atlántico Norte, en la 
madrugada del 15 de abril de 1912".

Pares de cliente-cliente El ID de cliente Jane y el ID de cliente de Jackie.
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Tipo de datos de entrada Ejemplo

Pares de producto-producto El ID de producto de fútbol americano e ID de producto de 
baloncesto.

Pares de revisión de 
elemento-elemento de usuario

El ID de un usuario y los productos que ha comprado como, por 
ejemplo, manzanas, peras y naranjas.

Para transformar los datos de entrada en los formatos admitidos, debe preprocesarlos. Actualmente, 
Object2Vec admite nativamente dos tipos de entradas:

• Un token discreto, que se representa como una lista de un único integer-id. Por ejemplo, [10].

• Una secuencia de tokens discretos, que se representa como una lista de integer-ids. Por 
ejemplo, [0,12,10,13].

El objeto en cada par puede ser asimétrico. Por ejemplo, los pares pueden ser (token, secuencia) 
o (token, token) o (secuencia, secuencia). Para las entradas de token, el algoritmo admite 
integraciones simples como codificadores compatibles. Para secuencias de vectores de token, el 
algoritmo admite lo siguiente como codificadores:

• Integraciones medias-agrupadas

• Redes neuronales convolucionales jerárquicas (CNNs),

• Memoria a corto y largo plazo bidireccional multi-capa (BiLSTMs)

La etiqueta de entrada de cada par puede ser una de las siguientes:

• Una etiqueta categórica que expresa la relación entre los objetos del par.

• Una puntuación que expresa el grado de la similitud entre los dos objetos.

Para etiquetas categóricas usadas en clasificación, el algoritmo soporta la función de pérdida 
entropía cruzada. Para etiquetas basadas en calificaciones/puntuación usadas en regresión, el 
algoritmo admite la función de pérdida de error cuadrático medio (MSE). Especifique estas funciones 
de pérdida con el hiperparámetro output_layer al crear el trabajo de capacitación de modelo.
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Recomendación de la instancia EC2 para el algoritmo Object2Vec

El tipo de instancia Amazon Elastic Compute Cloud (Amazon EC2) que utilice dependerá de si está 
entrenando o ejecutando inferencias.

Cuando capacite un modelo mediante el algoritmo Object2Vec en una CPU, comience por una 
instancia ml.m5.2xlarge. Para capacitaciones en una GPU, comience por una instancia ml.p2.xlarge. 
Si el entrenamiento dura demasiado en esta instancia, puede usar una instancia más grande. En 
la actualidad, el algoritmo Object2Vec solo puede entrenar en una máquina. Sin embargo, ofrece 
soporte para varias GPUs. El algoritmo Object2Vec admite las familias de instancias de GPU P2, P3, 
G4dn y G5 para el entrenamiento y la inferencia.

Para la inferencia con un modelo Object2Vec que tiene una red neuronal profunda, recomendamos 
que se use la instancia de GPU ml.p3.2xlarge. Debido a la escasez de memoria de GPU, la variable 
de entorno INFERENCE_PREFERRED_MODE se puede especificar para su optimización en cuanto a si 
la red de inferencia the section called “Optimización de GPU: clasificación o regresión” o the section 
called “Optimización de GPU: integraciones de codificador” se carga en GPU.

Cuadernos de ejemplo de Object2Vec

• Using Object2Vec to Encode Sentences into Fixed Length Embeddings

Note

Para ejecutar los cuadernos en una instancia de cuaderno, consulte Ejemplo de cuadernos. 
Para ejecutar los cuadernos en Studio, consulte Crear o abrir un bloc de notas Amazon 
SageMaker Studio Classic.

Cómo funciona Object2Vec

Cuando utiliza el algoritmo Object2Vec de Amazon SageMaker, sigue el flujo de trabajo estándar: 
procesa los datos, entrena el modelo y genera inferencias.

Temas

• Paso 1: Procesar datos

• Paso 2: Capacitar un modelo

• Paso 3: Producir inferencias
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Paso 1: Procesar datos

Durante el procesamiento previo, convierta los datos al formato de archivo de texto Líneas de JSON
especificado en Formatos de datos para la capacitación de Object2Vec. Para obtener la máxima 
precisión durante la capacitación, mezcle de forma aleatoria los datos antes de introducirlos en el 
modelo. El modo en que genera las permutaciones aleatorias depende del lenguaje. Para Python, 
podría utilizar np.random.shuffle; para Unix, shuf.

Paso 2: Capacitar un modelo

El algoritmo Object2Vec de SageMaker tiene los siguientes componentes principales.

• Dos canales de entrada: los canales de entrada toman como entradas un par de objetos del mismo 
tipo o de tipos diferentes y los pasan a codificadores independientes y personalizables.

• Dos codificadores: los codificadores enc0 y enc1 convierten cada uno de los objetos en un vector 
de integración de longitud fija. Luego las integraciones codificadas de los objetos del par se 
transfieren a un comparador.

• Un comparador: el comparador compara las incrustaciones de diferentes maneras y genera 
puntuaciones que indican la fuerza de la relación entre los objetos emparejados. En la puntuación 
obtenida para un par de frases. Por ejemplo, 1 indica una relación estrecha entre un par de frases 
y 0 representa una relación menos fuerte.

Durante la capacitación, el algoritmo acepta pares de objetos y sus etiquetas de relación o 
puntuaciones como entradas. Los objetos de cada par pueden ser de diferentes tipos, tal y como 
se ha descrito anteriormente. Si las entradas a ambos codificadores están compuestas por las 
mismas unidades de nivel de token, puede utilizar una capa de integración de token compartida 
estableciendo el hiperparámetro tied_token_embedding_weight en True al crear el trabajo de 
capacitación. Esto es posible, por ejemplo, al comparar frases que tienen ambas unidades de nivel 
de token de palabra. Para generar muestras negativas a una velocidad especificada, establezca 
el hiperparámetro negative_sampling_rate en la proporción deseada de muestras negativas 
a positivas. Este hiperparámetro acelera el aprendizaje de cómo distinguir entre las muestras 
positivas observada en los datos de capacitación y las muestras negativas que no es probable que 
se observen.

Se pasan pares de objetos a través de codificadores personalizables e independientes que son 
compatibles con los tipos de entrada de objetos correspondientes. Los codificadores convierten cada 
uno de los objetos de un par en un vector de integración de longitud fija de igual longitud. El par de 
vectores se transfieren a un operador comparador, que combina los vectores en un solo vector con 
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el valor especificado en el hiperparámetro comparator_list. Luego, el vector montado pasa por 
una capa perceptron multicapa (MLP), que produce una salida que la función de pérdida compara 
con las etiquetas que se han proporcionado. Esta comparación evalúa la fuerza de la relación entre 
los objetos del par, según prevé el modelo. En la siguiente figura se muestra este flujo de trabajo.

Arquitectura del algoritmo Object2Vec desde entradas de datos hasta puntuaciones

Paso 3: Producir inferencias

Una vez que el modelo está capacitado, puede utilizar el codificador capacitado para preprocesar los 
objetos de entrada o para realizar dos tipos de inferencia:

• Para convertir objetos de entrada de singleton en integraciones de longitud fija mediante el 
codificador correspondiente

• Para predecir la etiqueta de relación o puntuación entre un par de objetos de entrada
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El servidor de inferencia descubre automáticamente cuál de los tipos es solicitado en función de los 
datos de entrada. Para obtener las integraciones como salida, proporcione una única entrada. Para 
predecir la etiqueta de relación o puntuación, proporcione ambas entradas del par.

Object2Vec Hyperparameters

En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación. También puede 
especificar hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En la 
siguiente tabla se muestran los hiperparámetros para el algoritmo de capacitación Object2Vec.

Nombre del parámetro Descripción

enc0_max_seq_len La longitud de secuencia máxima para el codificador enc0.

Obligatorio

Valores válidos: 1 ≤ entero ≤ 5000

enc0_vocab_size El tamaño de vocabulario de tokens enc0.

Obligatorio

Valores válidos: 2 ≤ entero ≤ 3 000 000

bucket_width La diferencia permitida entre la longitud de la secuencia de 
datos cuando el almacenamiento en buckets está habilitado. 
Para habilitar el almacenamiento en buckets, especifique un 
valor distinto de cero para este parámetro.

Opcional

Valores válidos: 0 ≤ entero ≤ 100

Valor predeterminado: 0 (no bucketing)

comparator_list Una lista que se utiliza para personalizar la forma en que se 
comparan dos integraciones. La capa de operador comparado 
r de Object2Vec toma las codificaciones de ambos codificad 
ores como entradas y genera un único vector. Este vector es 
una concatenación de subvectores. Los valores de cadena 
transferidos a la comparator_list  y el orden en que se 
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Nombre del parámetro Descripción

pasan determinan cómo se montan estos subvectores. Por 
ejemplo, si comparator_list="hadamard, concat" , el 
operador comparador crea el vector concatenando el producto 
Hadamard de dos codificaciones y la concatenación de dos 
codificaciones. Si, por el contrario, comparator_list="h 
adamard" , el comparador vector construirá el vector como el 
producto hadamard de solo dos codificaciones.

Opcional

Valores válidos: cadena que contiene cualquier combinación 
de los nombres de los tres operadores binarios: hadamard,
concat o abs_diff. El algoritmo Object2Vec necesita 
actualmente que las dos codificaciones de vectores tengan la 
misma dimensión. Estos operadores producir los subvectores tal 
y como se indica a continuación:

• hadamard: crea un vector como el producto Hadamard 
(algebraico) de dos codificaciones.

• concat: crea un vector como la concatenación de dos 
codificaciones.

• abs_diff: crea un vector como la diferencia absoluta entre 
dos codificaciones.

Valor predeterminado: "hadamard, concat, abs_diff"

dropout La probabilidad de abandono para capas de red. Dropout es 
una forma de regularización utilizada en redes neuronales que 
reduce el sobreajuste recortando las neuronas codependientes.

Opcional

Valores válidos: 0,0 ≤ flotante ≤ 1,0

Valor predeterminado: 0.0
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Nombre del parámetro Descripción

early_stopping_pat 
ience

El número de fechas de inicio consecutivas sin mejora permitida 
antes de que se aplique una detención temprana. La mejora 
se define con el hiperparámetro early_stopping_tol 
erance .

Opcional

Valores válidos: 1 ≤ entero ≤ 5

Valor predeterminado: 3

early_stopping_tol 
erance

La reducción de la función de pérdida que un algoritmo debe 
conseguir entre fechas de inicio consecutivas para evitar una 
detención precoz después de que el número de fechas de inicio 
consecutivas especificado en el hiperparámetro early_sto 
pping_patience  concluya.

Opcional

Valores válidos: 0,000001 ≤ flotante ≤ 0,1

Valor predeterminado: 0.01

enc_dim La dimensión de la salida de la capa de integración.

Opcional

Valores válidos: 4 ≤ entero ≤ 10 000

Valor predeterminado: 4096
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Nombre del parámetro Descripción

enc0_network El modelo de red para el codificador enc0.

Opcional

Valores válidos: hcnn, bilstm o pooled_embedding

• hcnn: una red neuronal convolucional jerárquica.

• bilstm: red de memoria bidireccional de a corto y largo 
plazo (biLSTM), donde la señal se propaga hacia atrás y 
hacia delante en el tiempo. Se trata de una arquitectura de 
red neuronal recurrente (RNN) adecuada para tareas de 
aprendizaje secuencial.

• pooled_embedding : calcula la media de las integraciones 
de todos los tokens de la entrada.

Valor predeterminado: hcnn

enc0_cnn_filter_wi 
dth

La anchura del filtro del codificador enc0 de la red neuronal 
convolucional (CNN).

Condicional

Valores válidos: 1 ≤ entero ≤ 9

Valor predeterminado: 3

enc0_freeze_pretra 
ined_embedding

Congelar o no ponderaciones de integraciones precapacitadas 
enc0.

Condicional

Valores válidos: True o False

Valor predeterminado: True
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Nombre del parámetro Descripción

enc0_layers El número de capas ocultas del codificador enc0.

Condicional

Valores válidos: auto o 1 ≤ entero ≤ 4

• Para hcnn, auto significa 4.

• Para bilstm, auto significa 1.

• En pooled_embedding , auto no tiene en cuenta el 
número de capas.

Valor predeterminado: auto

enc0_pretrained_em 
bedding_file

El nombre del archivo de integración de token enc0 precapaci 
tado en el canal de datos auxiliares.

Condicional

Valores válidos: cadenas con caracteres alfanuméricos, guion 
bajo o punto. [A-Za-z0-9\.\_]

Valor predeterminado: "" (cadena vacía)

enc0_token_embeddi 
ng_dim

La dimensión de la salida de la capa de integración de token 
enc0.

Condicional

Valores válidos: 2 ≤ entero ≤ 1000

Valor predeterminado: 300
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Nombre del parámetro Descripción

enc0_vocab_file El archivo de vocabulario para el mapeo de vectores de 
integración de token enc0 precapacitados para ID de vocabular 
io numérico.

Condicional

Valores válidos: cadenas con caracteres alfanuméricos, guion 
bajo o punto. [A-Za-z0-9\.\_]

Valor predeterminado: "" (cadena vacía)
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Nombre del parámetro Descripción

enc1_network El modelo de red para el codificador enc1. Si desea que 
el codificador enc1 use el mismo modelo de red que enc0, 
incluidos los valores de hiperparámetros, establezca el valor en
enc0.

Note

Incluso cuando las redes de codificadores enc1 y enc0 
tienen arquitecturas simétricas, no puede compartir 
valores de parámetros para estas redes.

Opcional

Valores válidos: enc0, hcnn, bilstm o pooled_embedding

• enc0: modelo de red para el codificador enc0.

• hcnn: una red neuronal convolucional jerárquica.

• bilstm: memoria bidireccional LSTM, en que la señal se 
propaga hacia atrás y hacia delante en el tiempo. Se trata de 
una arquitectura de red neuronal recurrente (RNN) adecuada 
para tareas de aprendizaje secuencial.

• pooled_embedding : promedios de las integraciones de 
todos los tokens en la entrada.

Valor predeterminado: enc0

enc1_cnn_filter_wi 
dth

La anchura de filtro del codificador enc1 CNN.

Condicional

Valores válidos: 1 ≤ entero ≤ 9

Valor predeterminado: 3
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Nombre del parámetro Descripción

enc1_freeze_pretra 
ined_embedding

Congelar o no ponderaciones de integraciones precapacitadas 
enc1.

Condicional

Valores válidos: True o False

Valor predeterminado: True

enc1_layers El número de capas del codificador enc1.

Condicional

Valores válidos: auto o 1 ≤ entero ≤ 4

• Para hcnn, auto significa 4.

• Para bilstm, auto significa 1.

• En pooled_embedding , auto no tiene en cuenta el 
número de capas.

Valor predeterminado: auto

enc1_max_seq_len La longitud de secuencia máxima para el codificador enc1.

Condicional

Valores válidos: 1 ≤ entero ≤ 5000

enc1_pretrained_em 
bedding_file

El nombre de archivo de integración del token precapacitado 
enc1 en el canal de datos auxiliares.

Condicional

Valores válidos: cadenas con caracteres alfanuméricos, guion 
bajo o punto. [A-Za-z0-9\.\_]

Valor predeterminado: "" (cadena vacía)
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Nombre del parámetro Descripción

enc1_token_embeddi 
ng_dim

La dimensión de la salida de la capa de integración de token 
enc1.

Condicional

Valores válidos: 2 ≤ entero ≤ 1000

Valor predeterminado: 300

enc1_vocab_file El archivo de vocabulario para el mapeo de integraciones de 
token enc1 precapacitadas a ID de vocabulario

Condicional

Valores válidos: cadenas con caracteres alfanuméricos, guion 
bajo o punto. [A-Za-z0-9\.\_]

Valor predeterminado: "" (cadena vacía)

enc1_vocab_size El tamaño de vocabulario de tokens enc0.

Condicional

Valores válidos: 2 ≤ entero ≤ 3 000 000

epochs El número de fechas de inicio a ejecutar para capacitación.

Opcional

Valores válidos: 1 ≤ entero ≤ 100

Valor predeterminado: 30

learning_rate La tasa de aprendizaje para capacitación.

Opcional

Valores válidos: 1,0E-6 ≤ flotante ≤ 1,0

Valor predeterminado: 0.0004
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Nombre del parámetro Descripción

mini_batch_size El tamaño de lote en que el conjunto de datos se divide para
optimizer  durante la capacitación.

Opcional

Valores válidos: 1 ≤ entero ≤ 10 000

Valor predeterminado: 32

mlp_activation El tipo de función de activación para la capa perceptron 
multicapa (MLP).

Opcional

Valores válidos: tanh, relu o linear

• tanh: Tangente hiperbólica

• relu: Unidad lineal rectificada (ReLU)

• linear: Función lineal

Valor predeterminado: linear

mlp_dim La dimensión de la salida de capas MLP.

Opcional

Valores válidos: 2 ≤ entero ≤ 10 000

Valor predeterminado: 512

mlp_layers El número de capas MLP en la red.

Opcional

Valores válidos: 0 ≤ entero ≤ 10

Valor predeterminado: 2
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Nombre del parámetro Descripción

negative_sampling_ 
rate

La proporción de muestras negativas, generadas para ayudar a 
capacitar el algoritmo, por muestras positivas que los usuarios 
proporcionan. Las muestras negativas representan datos que es 
poco probable que se produzcan en la realidad y se etiquetan 
negativamente para la capacitación. Facilitan la capacitac 
ión de un modelo para distinguir entre las muestras positivas 
observadas y las muestras negativas que no lo son. Para 
especificar la proporción de muestras negativas por muestras 
positivas utilizado para la capacitación, establezca el valor en un 
número entero positivo. Por ejemplo, si capacita el algoritmo con 
datos de entrada en los que todas las muestras son positivas 
y establece negative_sampling_rate  en 2, el algoritmo 
Object2Vec genera internamente dos muestras negativas por 
cada muestra positiva. Si no desea generar ni utilizar muestras 
negativas durante la capacitación, establezca el valor en 0.

Opcional

Valores válidos: 0 ≤ entero

Valor predeterminado: 0 (desconectado)

num_classes El número de clases para capacitación de clasificación. Amazon 
SageMaker ignora este hiperparámetro en el caso de problemas 
de regresión.

Opcional

Valores válidos: 2 ≤ entero ≤ 30

Valor predeterminado: 2
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Nombre del parámetro Descripción

optimizer El tipo de optimizador.

Opcional

Valores válidos: adadelta, adagrad, adam, sgd o rmsprop.

• adadelta: método de tasa de aprendizaje por dimensión 
para descenso de gradiente

• adagrad: algoritmo de gradiente adaptativo

• adam: algoritmo de estimación de momento adaptativo

• sgd: descenso de gradiente estocástico

• rmsprop: Root mean square propagation

Valor predeterminado: adam

output_layer El tipo de capa de salida en la que se especifica que la tarea es 
una regresión o clasificación.

Opcional

Valores válidos: softmax o mean_squared_error

• softmax: La función Softmax utilizada para clasificación.

• mean_squared_error : El MSE utilizado para regresión.

Valor predeterminado: softmax
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Nombre del parámetro Descripción

tied_token_embeddi 
ng_weight

Si se utiliza o no una capa de integración compartida para 
ambos codificadores. Si las entradas de ambos codificadores 
utilizan las mismas unidades de nivel de token, utilice una capa 
de integración de token compartido. Por ejemplo, en el caso de 
una colección de documentos, si un codificador codifica frases 
y otro codifica documentos completos, puede utilizar una capa 
de integración de token compartida. Esto se debe a que tanto 
las frases como los documentos se componen de tokens de 
palabras del mismo vocabulario.

Opcional

Valores válidos: True o False

Valor predeterminado: False
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Nombre del parámetro Descripción

token_embedding_st 
orage_type

El modo de actualización de gradiente utilizado durante la 
capacitación: cuando se utiliza el modo dense, el optimizad 
or calcula la matriz de gradiente completa para la capa de 
integración de token aunque la mayoría de las filas de gradiente 
tengan un valor de cero. Cuando se usa el modo sparse, el 
optimizador solo almacena filas de gradientes que se están 
utilizando realmente en el minilote. Si desea que el algoritmo 
realice actualizaciones de gradientes diferidas, que calculan 
los gradientes solamente en las filas que no tienen el valor de 
cero y que aceleran la capacitación, especifique row_sparse . 
Si configura el valor en row_sparse , los valores disponibles 
para otros hiperparámetros se restringirán, tal y como se indica 
a continuación:

• El hiperparámetro optimizer  tiene que establecerse en
adam, adagrad o sgd. De lo contrario, el algoritmo genera un
CustomerValueError .

• El algoritmo desactiva automáticamente la asignación de 
buckets y establece el hiperparámetro bucket_width  en 0.

Opcional

Valores válidos: dense o row_sparse

Valor predeterminado: dense

weight_decay El parámetro de degradación ponderal utilizado para optimizac 
ión.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 10 000

Valor predeterminado: 0 (sin decadencia)
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Ajuste de un modelo Object2Vec

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Para la métrica objetiva, utilice una de las métricas 
que el algoritmo calcula. El ajuste de modelos automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que dan lugar a un modelo que optimiza la métrica objetivo.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas calculadas por el algoritmo Object2Vec

El algoritmo Object2Vec tiene métricas de clasificación y regresión. El tipo output_layer
determina qué métrica puede utilizar para ajuste del modelo automático.

Métricas de regresor calculadas por el algoritmo Object2Vec

El algoritmo registra una métrica regresor de error cuadrático medio, que se calcula durante las 
pruebas y validación. Al ajustar el modelo para las tareas de regresión, elija esta métrica como el 
objetivo.

Nombre de métrica Descripción Dirección de 
optimización

test:mean 
_squared_error

Error cuadrado medio Minimizar

validatio 
n:mean_sq 
uared_error

Error cuadrado medio Minimizar

Métricas de clasificación calculadas por el algoritmo Object2Vec

El algoritmo Object2Vec notifica métricas de precisión y clasificación de entropía cruzada, que se 
calculan durante el ensayo y validación. Al ajustar el modelo para tareas de clasificación, elija una de 
estas métricas como objetivo.
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Nombre de métrica Descripción Dirección de 
optimización

test:accuracy Accuracy Maximizar

test:cros 
s_entropy

Entropía cruzada Minimizar

validatio 
n:accuracy

Accuracy Maximizar

validatio 
n:cross_e 
ntropy

Entropía cruzada Minimizar

Hiperparámetros ajustables de Object2Vec

Puede ajustar los siguientes hiperparámetros para el algoritmo Object2Vec.

Nombre del 
hiperparámetro

Tipo de hiperparámetro Rangos y valores 
recomendados

dropout ContinuousParameterRange MinValue: 0,0, 
MaxValue: 1,0

early_sto 
pping_pat 
ience

IntegerParameterRange MinValue: 1, 
MaxValue: 5

early_sto 
pping_tol 
erance

ContinuousParameterRange MinValue: 0,001, 
MaxValue: 0,1

enc_dim IntegerParameterRange MinValue: 4, 
MaxValue: 4096
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Nombre del 
hiperparámetro

Tipo de hiperparámetro Rangos y valores 
recomendados

enc0_cnn_ 
filter_wi 
dth

IntegerParameterRange MinValue: 1, 
MaxValue: 5

enc0_layers IntegerParameterRange MinValue: 1, 
MaxValue: 4

enc0_toke 
n_embeddi 
ng_dim

IntegerParameterRange MinValue: 5, 
MaxValue: 300

enc1_cnn_ 
filter_wi 
dth

IntegerParameterRange MinValue: 1, 
MaxValue: 5

enc1_layers IntegerParameterRange MinValue: 1, 
MaxValue: 4

enc1_toke 
n_embeddi 
ng_dim

IntegerParameterRange MinValue: 5, 
MaxValue: 300

epochs IntegerParameterRange MinValue: 4, 
MaxValue: 20

learning_ 
rate

ContinuousParameterRange MinValue: 1e-6, 
MaxValue: 1.0

mini_batc 
h_size

IntegerParameterRange MinValue: 1, 
MaxValue: 8192

mlp_activ 
ation

CategoricalParameterRanges [tanh, relu,
linear]

mlp_dim IntegerParameterRange MinValue: 16, 
MaxValue: 1024

Uso de algoritmos integrados 2993



Amazon SageMaker Guía para desarrolladores

Nombre del 
hiperparámetro

Tipo de hiperparámetro Rangos y valores 
recomendados

mlp_layers IntegerParameterRange MinValue: 1, 
MaxValue: 4

optimizer CategoricalParameterRanges [adagrad, adam,
rmsprop, sgd,
adadelta]

weight_decay ContinuousParameterRange MinValue: 0,0, 
MaxValue: 1,0

Formatos de datos para la capacitación de Object2Vec

Entrada: formato de solicitud de líneas de JSON

Content-type: application/jsonlines

{"label": 0, "in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 
 15, 69, 821, 4], "in1": [16, 21, 13, 45, 14, 9, 80, 59, 164, 4]}
{"label": 1, "in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 
 107, 4], "in1": [22, 32, 13, 25, 1016, 573, 3252, 4]}
{"label": 1, "in0": [774, 14, 21, 206], "in1": [21, 366, 125]}

"in0" e "in1" son las entradas para encoder0 y encoder1, respectivamente. El mismo formato es 
válido tanto para clasificación como para problemas de regresión. Para la regresión, el campo
"label" puede aceptar entradas con valores reales.

Formato de datos para inferencia de Object2Vec

Optimización de GPU: clasificación o regresión

Debido a la escasez de memoria de GPU, la variable de entorno INFERENCE_PREFERRED_MODE se 
puede especificar para su optimización en cuanto a si la red de inferencia the section called “Salida: 
integraciones de codificador” se carga en GPU. Si la mayor parte de su inferencia está destinada 
a su clasificación o regresión, especifique INFERENCE_PREFERRED_MODE=classification. A 
continuación se muestra un ejemplo de transformación por lotes de cómo utilizar 4 instancias de 
p3.2xlarge, que se optimiza para la inferencia de clasificación o regresión:
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transformer = o2v.transformer(instance_count=4, 
                              instance_type="ml.p2.xlarge", 
                              max_concurrent_transforms=2, 
                              max_payload=1,  # 1MB 
                              strategy='MultiRecord', 
                              env={'INFERENCE_PREFERRED_MODE': 'classification'},  # 
 only useful with GPU 
                              output_path=output_s3_path)

Entrada: formato de solicitud de clasificación o regresión

Content-type: application/json

{ 
  "instances" : [ 
    {"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 
 821, 4], "in1": [16, 21, 13, 45, 14, 9, 80, 59, 164, 4]}, 
    {"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 
 4], "in1": [22, 32, 13, 25, 1016, 573, 3252, 4]}, 
    {"in0": [774, 14, 21, 206], "in1": [21, 366, 125]} 
  ]
}

Content-type: application/jsonlines

{"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 821, 
 4], "in1": [16, 21, 13, 45, 14, 9, 80, 59, 164, 4]}
{"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 4], 
 "in1": [22, 32, 13, 25, 1016, 573, 3252, 4]}
{"in0": [774, 14, 21, 206], "in1": [21, 366, 125]}

Para problemas de clasificación, la longitud del vector de puntuaciones corresponde a
num_classes. Para problemas de regresión, la longitud es 1.

Salida: formato de respuesta de regresión o clasificación

ACCEPT: application/json

{ 
    "predictions": [ 
        { 
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            "scores": [ 
                0.6533935070037842, 
                0.07582679390907288, 
                0.2707797586917877 
            ] 
        }, 
        { 
            "scores": [ 
                0.026291321963071823, 
                0.6577019095420837, 
                0.31600672006607056 
            ] 
        } 
    ]
}

ACCEPT: application/jsonlines

{"scores":[0.195667684078216,0.395351558923721,0.408980727195739]}
{"scores":[0.251988261938095,0.258233487606048,0.489778339862823]}
{"scores":[0.280087798833847,0.368331134319305,0.351581096649169]}

En los formatos de clasificación y de regresión, las puntuaciones se aplican a etiquetas individuales.

Integraciones de codificador para Object2Vec

Optimización de GPU: integraciones de codificador

Una integración es una asignación de objetos discretos, como palabras, a vectores de números 
reales.

Debido a la escasez de memoria de GPU, la variable de entorno INFERENCE_PREFERRED_MODE
se puede especificar para su optimización en cuanto a si the section called “Formatos de 
inferencia: puntuación” o la red de inferencia de integración de codificador se carga en GPU. Si 
la mayor parte de su inferencia está destinada a las integraciones de codificador, especifique
INFERENCE_PREFERRED_MODE=embedding. A continuación se muestra un ejemplo de 
transformación por lotes de cómo utilizar 4 instancias de p3.2xlarge, que se optimiza para la 
inferencia de integración de codificador:

transformer = o2v.transformer(instance_count=4, 
                              instance_type="ml.p2.xlarge", 
                              max_concurrent_transforms=2, 
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                              max_payload=1,  # 1MB 
                              strategy='MultiRecord', 
                              env={'INFERENCE_PREFERRED_MODE': 'embedding'},  # only 
 useful with GPU 
                              output_path=output_s3_path)

Entrada: integraciones de codificador

Tipo de contenido: application/json; infer_max_seqlens=<FWD-LENGTH>,<BCK-LENGTH>

Donde <FWD-LENGTH> y <BCK-LENGTH> son enteros en el intervalo [1,5000] y definen la longitud 
máxima de la secuencia para el codificador hacia adelante y hacia atrás.

{ 
  "instances" : [ 
    {"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 
 821, 4]}, 
    {"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 
 4]}, 
    {"in0": [774, 14, 21, 206]} 
  ]
}

Tipo de contenido: application/jsonlines; infer_max_seqlens=<FWD-LENGTH>,<BCK-LENGTH>

Donde <FWD-LENGTH> y <BCK-LENGTH> son enteros en el intervalo [1,5000] y definen la longitud 
máxima de la secuencia para el codificador hacia adelante y hacia atrás.

{"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 821, 
 4]}
{"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 4]}
{"in0": [774, 14, 21, 206]}

En ambos formatos, debe especificar solo un único tipo de entrada: “in0” o “in1.” Luego el 
servicio de inferencia invoca al codificador correspondiente y produce las integraciones para cada 
una de las instancias.

Salida: integraciones de codificador

Content-type: application/json

{ 
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  "predictions": [ 
    {"embeddings":
[0.057368703186511,0.030703511089086,0.099890425801277,0.063688032329082,0.026327300816774,0.003637571120634,0.021305780857801,0.004316598642617,0.0,0.003397724591195,0.0,0.000378780066967,0.0,0.0,0.0,0.007419463712722]}, 
    {"embeddings":
[0.150190666317939,0.05145975202322,0.098204270005226,0.064249359071254,0.056249320507049,0.01513972133398,0.047553978860378,0.0,0.0,0.011533712036907,0.011472506448626,0.010696629062294,0.0,0.0,0.0,0.008508535102009]} 
  ]
}

Content-type: application/jsonlines

{"embeddings":
[0.057368703186511,0.030703511089086,0.099890425801277,0.063688032329082,0.026327300816774,0.003637571120634,0.021305780857801,0.004316598642617,0.0,0.003397724591195,0.0,0.000378780066967,0.0,0.0,0.0,0.007419463712722]}
{"embeddings":
[0.150190666317939,0.05145975202322,0.098204270005226,0.064249359071254,0.056249320507049,0.01513972133398,0.047553978860378,0.0,0.0,0.011533712036907,0.011472506448626,0.010696629062294,0.0,0.0,0.0,0.008508535102009]}

La longitud del vector de la salida de integraciones por el servicio de inferencia es igual al valor 
de uno de los hiperparámetros siguientes, que usted especifica en el momento de la capacitación:
enc0_token_embedding_dim, enc1_token_embedding_dim o enc_dim.

Algoritmo de secuencia a secuencia

Amazon SageMaker Sequence to Sequence es un algoritmo de aprendizaje supervisado en el 
que la entrada es una secuencia de tokens (por ejemplo, texto, audio) y la salida generada es otra 
secuencia de tokens. Entre los ejemplos de aplicaciones se incluyen los siguientes: traducción 
automática (entrada de una frase de un idioma y predicción de cómo sería esa frase en otro idioma), 
resúmenes de textos (entrada de una cadena más grande de palabras y predicción de una cadena 
más corta de las palabras que son un resumen), de voz a texto (clips de audio convertidos en frases 
de salida en tokens). Recientemente, se han diseñado correctamente problemas en este dominio con 
redes neuronales profundas que muestran un importante aumento del rendimiento a través de las 
metodologías anteriores. Amazon SageMaker seq2seq usa los modelos Recurrent Neural Networks 
(RNN) y Convolutional Neural Network (CNN) como arquitecturas codificador-decodificador.

Temas

• Interfaz de entrada/salida para el algoritmo de secuencia a secuencia

• Recomendación de la instancia EC2 para el algoritmo de secuencia a secuencia

• Cuadernos de ejemplo de secuencia a secuencia

• Funcionamiento de secuencia a secuencia

• Hiperparámetros de secuencia a secuencia
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• Ajustar un modelo de secuencia a secuencia

Interfaz de entrada/salida para el algoritmo de secuencia a secuencia

Capacitación

SageMaker seq2seq espera los datos en formato RecordIO-Protobuf. Sin embargo, los tokens se 
esperan como enteros, no como puntos flotantes, como suele ser el caso.

Se incluye un script para convertir datos desde archivos de texto tokenizados al formato protobuf 
en el bloc de notas de muestra de seq2seq. Por lo general, empaqueta los datos en tensores de 
números enteros de 32 bits y genera los archivos de vocabulario necesarios que se precisan para la 
inferencia y el cálculo de métricas.

Una vez realizado el procesamiento previo, se puede invocar el algoritmo para la capacitación. El 
algoritmo espera tres canales:

• train: debe contener los datos de capacitación (por ejemplo, el archivo train.rec generado 
por el script de preprocesamiento).

• validation: debe contener los datos de validación (por ejemplo, el archivo val.rec generado 
por el script de preprocesamiento).

• vocab: debe contener dos archivos de vocabulario (vocab.src.json y vocab.trg.json).

Si el algoritmo no encuentra datos en alguno de estos tres canales, se producirá un error en los 
resultados de capacitación.

Inferencia

Para los puntos de enlace alojados, la inferencia admite dos formatos de datos. Para realizar la 
inferencia mediante tokens de texto separados por espacios, utilice el formato application/json. 
De lo contrario, utilice el formato recordio-protobuf para trabajar con los datos codificados 
de números enteros. Ambos modos admiten la creación de lotes de datos de entrada. El formato
application/json también le permite visualizar la matriz de atención.

• application/json: espera la entrada en formato JSON y devuelve la salida en formato JSON. 
Ambos tipos de aceptación y contenido deben ser application/json. Se espera que las 
secuencias sean una cadena con tokens separados por espacios en blanco. Se recomienda este 
formato cuando el número de secuencias de origen en el lote es pequeño. También admite las 
siguientes opciones de configuración adicionales:
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configuration: {attention_matrix: true}: devuelve la matriz de atención para una 
secuencia de entrada determinada.

• application/x-recordio-protobuf: espera la entrada en formato recordio-protobuf
y devuelve la salida en recordio-protobuf format. Ambos tipos de aceptación y contenido 
deben ser applications/x-recordio-protobuf. Para este formato, las secuencias de origen 
deben convertirse en una lista de números enteros para la codificación protobuf posterior. Este 
formato es el recomendado para la inferencia masiva.

Para la transformación por lotes, la interfaz admite el formato de líneas JSON. La transformación por 
lotes espera la entrada en formato de líneas JSON y devuelve la salida en formato de líneas JSON. 
Ambos tipos de aceptación y contenido deben ser application/jsonlines. El formato para la 
entrada es el siguiente:

content-type: application/jsonlines

{"source": "source_sequence_0"}
{"source": "source_sequence_1"}

El formato para la respuesta es el siguiente:

accept: application/jsonlines

{"target": "predicted_sequence_0"}
{"target": "predicted_sequence_1"}

Para obtener detalles adicionales sobre cómo serializar y deserializar las entradas y salidas en 
formatos específicos para la referencia, consulte Cuadernos de ejemplo de secuencia a secuencia.

Recomendación de la instancia EC2 para el algoritmo de secuencia a secuencia

El algoritmo Amazon SageMaker seq2seq solo es compatible con los tipos de instancias de GPU y 
solo se puede entrenar en una sola máquina. Sin embargo, puede usar instancias con varias GPU. El 
algoritmo seq2seq es compatible con las familias de instancias de GPU P2, P3, G4dn y G5.

Cuadernos de ejemplo de secuencia a secuencia

Si desea ver un cuaderno de muestra en el que se vea cómo usar el algoritmo SageMaker Sequence 
to Sequence para entrenar un modelo de traducción inglés-alemán, consulte Machine Translation 
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English-German Example Using SageMaker Seq2Seq. Para obtener instrucciones sobre cómo 
crear instancias de cuadernos de Jupyter que pueda utilizar para ejecutar el ejemplo en SageMaker, 
consulte Instancias de Amazon SageMaker Notebook. Una vez que haya creado una instancia de 
cuaderno y la haya abierto, seleccione la pestaña Ejemplos de SageMaker para ver una lista de 
todas las muestras de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan los 
algoritmos NTM se encuentran en la sección de introducción a algoritmos de Amazon. Para abrir un 
bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Funcionamiento de secuencia a secuencia

Normalmente, una red neuronal para el modelo de secuencia a secuencia consta de algunas capas, 
entre las que se incluyen las siguientes:

• Una capa de integración. En esta capa, la matriz de entrada, que son tokens de entrada 
codificados de forma dispersa (por ejemplo, con codificación en caliente) se mapean en una 
capa de características densa. Esto es necesario porque un vector de características de grandes 
dimensiones es más capaz de codificar información relacionada con un token determinado 
(palabra para cuerpo de texto) que un vector con codificación en caliente sencillo. Es también 
frecuente inicializar esta capa de integración con un vector de palabras de capacitación previa 
como FastText o Glove o para iniciarla de manera aleatoria y aprender los parámetros durante la 
capacitación.

• Una capa del codificador. Después de que los tokens de entrada se mapeen en un espacio de 
características de grandes dimensiones, la secuencia pasa por una capa del codificador para 
comprimir toda la información desde la capa de integración de entrada (o toda la secuencia) en 
un vector de características de longitud fija. Normalmente, un codificador se compone de redes de 
tipo RNN como de memoria a corto y largo plazo (LSTM) o unidades recurrentes cerradas (GRU). 
(el blog de Colah explica la LSTM con más detalles).

• Una capa de decodificador. La capa de decodificador toma este vector de características 
codificado y produce la secuencia de salida de tokens. Esta capa también se crea normalmente 
con arquitecturas RNN (LSTM y GRU).

Se realiza la capacitación de todo el modelo conjuntamente para maximizar la probabilidad de la 
secuencia de destino una vez proporcionada la secuencia de origen. Sutskever et al. introdujo este 
modelo por primera vez en 2014.

Mecanismo de atención. La desventaja de un marco de trabajo de codificador-decodificador es que 
el desempeño del modelo desciende a medida que la longitud de la secuencia de origen aumenta 
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debido al límite de cantidad de información que puede contener el vector de características cifrado 
de longitud fija. Para resolver este problema, en 2015, Bahdanau et al. propuso el mecanismo de 
atención. En un mecanismo de atención, el decodificador intenta buscar la ubicación de la secuencia 
del codificador en la que podría ubicarse la información más importante y utiliza esa información y las 
palabras decodificadas anteriormente para predecir el siguiente token en la secuencia.

Para obtener más detalles, consulte el documento técnico de enfoques eficaces de traducción 
automática neuronal basada en atención de Luong, et al. que explica y simplifica los cálculos 
para diversos mecanismos de atención. Además, el documento técnico de sistema de traducción 
automática neuronal de Google: reducir la brecha entre la traducción humana y automática de Wu, et 
al. describe la arquitectura de Google para la traducción automática, que usa conexiones de omisión 
entre las capas de codificador y decodificador.

Hiperparámetros de secuencia a secuencia

Nombre del parámetro Descripción

batch_size Tamaño del minilote para el gradiente descendiente.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 64

beam_size Longitud del haz para la búsqueda de haces. Se utiliza 
durante la capacitación de la computación bleu y se 
utiliza durante la inferencia.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

bleu_sample_size Número de instancias que elegir desde el conjunto 
de datos de validación para decodificar y calcular la 
puntuación bleu durante la capacitación. Establézcala 
en -1 para utilizar el conjunto de validación completo (si 
se elige bleu como optimized_metric ).
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Nombre del parámetro Descripción

Opcional

Valores válidos: número entero

Valor predeterminado: 0

bucket_width Devuelve buckets (origen, destino) hasta (max_seq_l 
en_source , max_seq_len_target ). El lado 
más largo de los datos utiliza pasos de bucket_wi 
dth  mientras que el más corto usa pasos reducidos 
automáticamente por la proporción de longitud de 
origen/destino media. Si uno de los lados alcanza la 
longitud máxima antes que el otro, el ancho de los 
buckets adicionales de ese lado se fija a ese lado de
max_len.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

bucketing_enabled Establézcalo en false para deshabilitar la creación de 
buckets y expandirlos con la longitud máxima.

Opcional

Valores válidos: true o false

Valor predeterminado: true
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Nombre del parámetro Descripción

checkpoint_frequen 
cy_num_batches

Punto de comprobación y evaluación cada x lotes. 
Este hiperparámetro de puntos de control se pasa al 
algoritmo seq2seq de SageMaker para una detención 
temprana y para recuperar el mejor modelo. Los puntos 
de control del algoritmo se ejecutan localmente en el 
contenedor de entrenamiento del algoritmo y no son 
compatibles con los puntos de control de SageMaker. El 
algoritmo guarda temporalmente los puntos de control 
en una ruta local y guarda el mejor artefacto del modelo 
en la ruta de salida del modelo en S3 una vez finalizado 
el trabajo de entrenamiento.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1000
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Nombre del parámetro Descripción

checkpoint_threshold Se permite que el número máximo de modelo de puntos 
de comprobación no mejore en optimized_metric
en el conjunto de datos de validación antes de que se 
detenga la capacitación. Este hiperparámetro de puntos 
de control se pasa al algoritmo seq2seq de SageMaker 
para una detención temprana y para recuperar el mejor 
modelo. Los puntos de control del algoritmo se ejecutan 
localmente en el contenedor de entrenamiento del 
algoritmo y no son compatibles con los puntos de control 
de SageMaker. El algoritmo guarda temporalmente los 
puntos de control en una ruta local y guarda el mejor 
artefacto del modelo en la ruta de salida del modelo en 
S3 una vez finalizado el trabajo de entrenamiento.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 3

clip_gradient Los valores de gradiente absolutos de clips son 
superiores a este. Establézcalo en negativo para 
deshabilitar.

Opcional

Valores válidos: número flotante

Valor predeterminado: 1

cnn_activation_type El tipo de activación cnn que se va a utilizar.

Opcional

Valores válidos: String. Puede ser uno de los siguientes:
glu, relu, softrelu, sigmoid o bien tanh.

Valor predeterminado: glu
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Nombre del parámetro Descripción

cnn_hidden_dropout Probabilidad de abandono para al abandono entre 
capas convolucionales.

Opcional

Valores válidos: número flotante. Rango en [0,1].

Valor predeterminado: 0

cnn_kernel_width_decoder Ancho de kernel para el decodificador cnn.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

cnn_kernel_width_encoder Ancho de kernel para el codificador cnn.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 3

cnn_num_hidden Número de unidades ocultas cnn para el codificador y 
decodificador.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 512
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Nombre del parámetro Descripción

decoder_type Tipo de decodificador.

Opcional

Valores válidos: String. rnn o cnn.

Valor predeterminado: rnn

embed_dropout_source Probabilidad de abandono para las incrustaciones del 
lado del origen.

Opcional

Valores válidos: número flotante. Rango en [0,1].

Valor predeterminado: 0

embed_dropout_target Probabilidad de abandono para las incrustaciones del 
lado del destino.

Opcional

Valores válidos: número flotante. Rango en [0,1].

Valor predeterminado: 0

encoder_type Tipo de codificador. La arquitectura rnn se basa en el 
mecanismo de atención de Bahdanau et al. y la arquitect 
ura cnn se basa en Gehring et al.

Opcional

Valores válidos: String. rnn o cnn.

Valor predeterminado: rnn
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Nombre del parámetro Descripción

fixed_rate_lr_half_life Vida media de la tasa de aprendizaje en términos de 
número de puntos de comprobación para programad 
ores fixed_rate_ *.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

learning_rate Tasa de aprendizaje inicial.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.0003

loss_type Función de pérdida para la capacitación.

Opcional

Valores válidos: Cadena. cross-entropy

Valor predeterminado: cross-entropy
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Nombre del parámetro Descripción

lr_scheduler_type El tipo de programador de la tasa de aprendizaje.
plateau_reduce  conlleva la reducción de la tasa 
de aprendizaje cuando optimized_metric  está 
con validation_accuracy  detenido. inv_t es 
la decadencia de tiempo inversa. learning_rate /
(1+decay_rate *t)

Opcional

Valores válidos: String. Uno de los valores de entre
plateau_reduce , fixed_rate_inv_t  o
fixed_rate_inv_sqrt_t .

Valor predeterminado: plateau_reduce

max_num_batches Número máximo de actualizaciones/lotes que procesar. 
-1 para infinito.

Opcional

Valores válidos: número entero

Valor predeterminado: -1

max_num_epochs Número máximo de fechas de inicio por los que pasan 
los datos de capacitación antes de que se detenga la 
adaptación. La capacitación continúa hasta este número 
de fechas de inicio incluso si la precisión de la validación 
no mejora si se aprueba el parámetro. Se ignora si no se 
aprueba.

Opcional

Valores válidos: entero positivo y menor o igual que 
max_num_epochs.

Valor predeterminado: ninguno
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Nombre del parámetro Descripción

max_seq_len_source La longitud máxima para la longitud de secuencia de 
origen. Las secuencias que superen esta longitud se 
truncarán con esa longitud.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 100

max_seq_len_target La longitud máxima para la longitud de secuencia de 
destino. Las secuencias que superen esta longitud se 
truncarán con esa longitud.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 100

min_num_epochs Número mínimo de fechas de inicio que la capacitación 
debe ejecutar antes de que se detenga a través de las 
condiciones early_stopping .

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 0

momentum Constante de momento utilizada para sgd. No apruebe 
este parámetro si está usando adam o rmsprop.

Opcional

Valores válidos: número flotante

Valor predeterminado: ninguno
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Nombre del parámetro Descripción

num_embed_source Tamaño de integración para tokens de origen.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 512

num_embed_target Tamaño de integración para tokens de destino.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 512

num_layers_decoder Número de capas para el decodificador rnn o cnn.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1

num_layers_encoder Número de capas para el codificador rnn o cnn.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1

optimized_metric Métricas que optimizar con una detención temprana.

Opcional

Valores válidos: String. Uno de los valores de entre
perplexity , accuracy o bleu.

Valor predeterminado: perplexity
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Nombre del parámetro Descripción

optimizer_type Optimizador de entre el que elegir.

Opcional

Valores válidos: String. Uno de los valores de entre
adam, sgd o rmsprop.

Valor predeterminado: adam

plateau_reduce_lr_factor Factor con el que multiplicar la tasa de aprendizaje (para
plateau_reduce ).

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.5

plateau_reduce_lr_ 
threshold

Para el programador plateau_reduce , multipliq 
ue la tasa de aprendizaje por el factor de reducción si
optimized_metric  no mejoró para estos puntos de 
comprobación distintos.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 3

rnn_attention_in_u 
pper_layers

Propague la atención a las capas superiores de rnn, 
como en el documento de Google NMT. Solo es 
aplicable si se utiliza más de una capa.

Opcional

Valores válidos: booleano (true o false)

Valor predeterminado: true
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Nombre del parámetro Descripción

rnn_attention_num_hidden El valor predeterminado del número de unidades ocultas 
para capas de atención es rnn_num_hidden .

Opcional

Valores válidos: número entero positivo

Valor predeterminado: rnn_num_hidden

rnn_attention_type Modelo de atención para codificadores. mlp hace 
referencia a concat y bilineal hace referencia a general 
en el documento Luong et al.

Opcional

Valores válidos: String. Puede ser uno de los siguientes:
dot, fixed, mlp o bien bilinear.

Valor predeterminado: mlp

rnn_cell_type Tipo específico de arquitectura rnn.

Opcional

Valores válidos: String. lstm o gru.

Valor predeterminado: lstm

rnn_decoder_state_init Cómo inicializar estados del decodificador rnn a partir 
de codificadores.

Opcional

Valores válidos: String. Uno de los valores de entre
last, avg o zero.

Valor predeterminado: last
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Nombre del parámetro Descripción

rnn_first_residual_layer La primera capa rnn que tiene una conexión residual, 
solo aplicable si el número de capas del codificador o 
decodificador es superior a 1.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 2

rnn_num_hidden El número de unidades ocultas rnn para el codificad 
or y el decodificador. Debe ser múltiplo de 2 porque el 
algoritmo utiliza la memoria a corto y largo plazo (LSTM) 
bidireccional de forma predeterminada.

Opcional

Valores válidos: número par entero positivo

Valor predeterminado: 1024

rnn_residual_connections Agregue la conexión residual al rnn apilado. El número 
de capas debe ser superior a 1.

Opcional

Valores válidos: booleano (true o false)

Valor predeterminado: false

rnn_decoder_hidden_dropout La probabilidad de abandono para el estado oculto 
que combina el contexto con el estado oculto rnn en el 
decodificador.

Opcional

Valores válidos: número flotante. Rango en [0,1].

Valor predeterminado: 0
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Nombre del parámetro Descripción

training_metric Las métricas para realizar un seguimiento de la 
capacitación en los datos de validación.

Opcional

Valores válidos: String. perplexity  o accuracy.

Valor predeterminado: perplexity

weight_decay Constante de decadencia de ponderación.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0

weight_init_scale Escala de la inicialización de la ponderación (para la 
inicialización uniform y xavier).

Opcional

Valores válidos: número flotante

Valor predeterminado: 2.34

weight_init_type Tipo de inicialización de la ponderación.

Opcional

Valores válidos: String. uniform o xavier.

Valor predeterminado: xavier
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Nombre del parámetro Descripción

xavier_factor_type Tipo de factor de xavier.

Opcional

Valores válidos: String. Uno de los valores de entre in,
out o avg.

Valor predeterminado: in

Ajustar un modelo de secuencia a secuencia

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas calculadas por el algoritmo de secuencia a secuencia

El algoritmo de secuencia a secuencia informa sobre tres métricas que se calculan durante la 
capacitación. Elija una de ellas como objetivo para optimizar al ajustar los valores de hiperparámetro.

Nombre de métrica Descripción Dirección de 
optimización

validatio 
n:accuracy

Precisión calculada en el conjunto de datos de 
validación.

Maximizar

validation:bleu Puntuación bleu calculada en el conjunto de 
datos de validación. Como la computación 
BLEU es cara, puede elegir computar BLEU 
en una submuestra aleatoria del conjunto de 
datos de validación para acelerar el proceso 

Maximizar
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Nombre de métrica Descripción Dirección de 
optimización

de capacitación general. Use el parámetro
bleu_sample_size  para especificar la 
submuestra.

validatio 
n:perplexity

Perplejidad, es una función de pérdida 
computada en el conjunto de datos de validació 
n. La perplejidad mide la entropía cruzada 
entre una muestra empírica y la distribuc 
ión prevista por un modelo y de esta forma 
proporciona una medida de lo bien que un 
modelo predice los valores de muestra. Los 
modelos que son buenos prediciendo una 
muestra tienen una perplejidad baja.

Minimizar

Hiperparámetros de Secuencia a secuencia ajustables

Puede ajustar los siguientes hiperparámetros para el algoritmo SageMaker Sequence to 
Sequence. Los hiperparámetros que mayor impacto tienen en las métricas objetivas de secuencia 
a secuencia: batch_size, optimizer_type, learning_rate, num_layers_encoder y
num_layers_decoder.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

num_layer 
s_encoder

IntegerParameterRange [1-10]

num_layer 
s_decoder

IntegerParameterRange [1-10]

batch_size CategoricalParameterRange [16,32,64,128,256, 
512,1024,2048]

optimizer_type CategoricalParameterRange ['adam', 'sgd', 
'rmsprop']

Uso de algoritmos integrados 3017

https://en.wikipedia.org/wiki/Perplexity


Amazon SageMaker Guía para desarrolladores

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

weight_in 
it_type

CategoricalParameterRange ['xavier', 'uniform']

weight_in 
it_scale

ContinuousParameterRange Para el tipo de 
xavier: MinValue: 2, 
MaxValue: 3. Para 
el tipo uniforme: 
MinValue: -1, 
MaxValue: 1

learning_rate ContinuousParameterRange MinValue: 0,00005, 
MaxValue: 0,2

weight_decay ContinuousParameterRange MinValue: 0,0, 
MaxValue: 0,1

momentum ContinuousParameterRange MinValue: 0,5, 
MaxValue: 0,9

clip_gradient ContinuousParameterRange MinValue: 1,0, 
MaxValue: 5,0

rnn_num_hidden CategoricalParameterRange Solo aplicable a redes 
neuronales recurrent 
es (RNN). [128,256, 
512,1024,2048]

cnn_num_hidden CategoricalParameterRange Solo aplicable a 
redes neuronale 
s convolucionales 
(CNN). [128,256, 
512,1024,2048]

num_embed 
_source

IntegerParameterRange [256-512]

Uso de algoritmos integrados 3018



Amazon SageMaker Guía para desarrolladores

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

num_embed 
_target

IntegerParameterRange [256-512]

embed_dro 
pout_source

ContinuousParameterRange MinValue: 0,0, 
MaxValue: 0,5

embed_dro 
pout_target

ContinuousParameterRange MinValue: 0,0, 
MaxValue: 0,5

rnn_decod 
er_hidden 
_dropout

ContinuousParameterRange MinValue: 0,0, 
MaxValue: 0,5

cnn_hidde 
n_dropout

ContinuousParameterRange MinValue: 0,0, 
MaxValue: 0,5

lr_schedu 
ler_type

CategoricalParameterRange ['plateau_reduce', 
'fixed_rate_inv_t', 
'fixed_rate_inv_sqrt_t']

plateau_r 
educe_lr_ 
factor

ContinuousParameterRange MinValue: 0,1, 
MaxValue: 0,5

plateau_r 
educe_lr_ 
threshold

IntegerParameterRange [1-5]

fixed_rat 
e_lr_half_life

IntegerParameterRange [10-30]

Clasificación de textos - TensorFlow

El algoritmo Amazon SageMaker Text Classification es un TensorFlow algoritmo de aprendizaje 
supervisado que admite el aprendizaje por transferencia con muchos modelos previamente 
entrenados desde el TensorFlow Hub. Utilice el aprendizaje por transferencia para ajustar uno de 
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los modelos previamente entrenados disponibles en su propio conjunto de datos, aunque no haya 
una gran cantidad de datos de texto disponibles. El algoritmo de clasificación de texto toma una 
cadena de texto como entrada y genera una probabilidad para cada una de las etiquetas de clase. 
Los conjuntos de datos de entrenamiento deben estar en formato CSV.

Temas

• Cómo utilizar el algoritmo de clasificación de SageMaker textos TensorFlow

• Interfaz de entrada y salida para el TensorFlow algoritmo de clasificación de textos

• Recomendación de instancia de Amazon EC2 para el algoritmo de clasificación de textos 
TensorFlow

• Clasificación de textos: TensorFlow ejemplos de cuadernos

• Cómo TensorFlow funciona la clasificación de textos

• TensorFlow Modelos Hub

• Clasificación de texto: TensorFlow hiperparámetros

• Ajuste un modelo de clasificación de texto TensorFlow

Cómo utilizar el algoritmo de clasificación de SageMaker textos TensorFlow

Puede utilizar la clasificación de texto, TensorFlow como un algoritmo SageMaker integrado en 
Amazon. La siguiente sección describe cómo utilizar la clasificación de texto TensorFlow con el 
SDK de SageMaker Python. Para obtener información sobre cómo utilizar la clasificación de texto, 
TensorFlow desde la interfaz de usuario clásica de Amazon SageMaker Studio, consulteSageMaker 
JumpStart.

El TensorFlow algoritmo de clasificación de texto admite el aprendizaje por transferencia mediante 
cualquiera de los TensorFlow modelos preentrenados compatibles. Para obtener una lista de todos 
los modelos prentrenados disponibles, consulte TensorFlow Modelos Hub. Cada modelo prentrenado 
tiene un model_id de modelo único. El siguiente ejemplo emplea BERT Base Uncased (model_id:
tensorflow-tc-bert-en-uncased-L-12-H-768-A-12-2) para ajustar un conjunto de 
datos personalizado. Todos los modelos previamente entrenados se descargan previamente del 
TensorFlow Hub y se almacenan en buckets de Amazon S3 para que los trabajos de capacitación 
se puedan ejecutar de forma aislada en la red. Utilice estos artefactos de entrenamiento de modelos 
pregenerados para construir un estimador. SageMaker

En primer lugar, recupere el URI de la imagen de Docker, del script de entrenamiento y del 
modelo prentrenado. Luego, cambie los hiperparámetros como crea conveniente. Puede ver un 
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diccionario de Python con todos los hiperparámetros disponibles y sus valores predeterminados con
hyperparameters.retrieve_default. Para obtener más información, consulte Clasificación de 
texto: TensorFlow hiperparámetros. Utilice estos valores para construir un estimador. SageMaker

Note

Los valores de hiperparámetros predeterminados son diferentes para los distintos modelos. 
Por ejemplo, para los modelos más grandes, el tamaño de lote predeterminado es menor.

En este ejemplo, se utiliza el conjunto de datos SST2, que contiene reseñas positivas y negativas 
sobre películas. Hemos descargado previamente el conjunto de datos y hemos hecho que esté 
disponible en Amazon S3. Para ajustar su modelo, llame a .fit utilizando la ubicación de Amazon 
S3 del conjunto de datos de entrenamiento. Todos los buckets de S3 utilizados en un cuaderno 
deben estar en la misma región de AWS que la instancia de cuaderno que accede al bucket.

from sagemaker import image_uris, model_uris, script_uris, hyperparameters
from sagemaker.estimator import Estimator

model_id, model_version = "tensorflow-tc-bert-en-uncased-L-12-H-768-A-12-2", "*"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the Docker image
train_image_uri = 
 image_uris.retrieve(model_id=model_id,model_version=model_version,image_scope="training",instance_type=training_instance_type,region=None,framework=None)

# Retrieve the training script
train_source_uri = script_uris.retrieve(model_id=model_id, model_version=model_version, 
 script_scope="training")

# Retrieve the pretrained model tarball for transfer learning
train_model_uri = model_uris.retrieve(model_id=model_id, model_version=model_version, 
 model_scope="training")

# Retrieve the default hyperparameters for fine-tuning the model
hyperparameters = hyperparameters.retrieve_default(model_id=model_id, 
 model_version=model_version)

# [Optional] Override default hyperparameters with custom values
hyperparameters["epochs"] = "5"
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# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/SST2/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tc-training"
s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

# Create an Estimator instance
tf_tc_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location,
)

# Launch a training job
tf_tc_estimator.fit({"training": training_dataset_s3_path}, logs=True)

Para obtener más información sobre cómo utilizar el TensorFlow algoritmo de clasificación de 
SageMaker textos para transferir el aprendizaje en un conjunto de datos personalizado, consulte el 
cuaderno Introducción a JumpStart la clasificación de textos.

Interfaz de entrada y salida para el TensorFlow algoritmo de clasificación de textos

Cada uno de los modelos previamente entrenados que figuran en TensorFlow Hub Models se puede 
ajustar a cualquier conjunto de datos compuesto por oraciones de texto con cualquier número 
de clases. El modelo prentrenado asocia una capa de clasificación al modelo de incrustación de 
texto e inicia los parámetros de la capa en valores aleatorios. La dimensión de salida de la capa de 
clasificación se determina en función del número de clases detectadas en los datos de entrada.

Ten cuidado con el formato de los datos de entrenamiento para introducirlos en el modelo de 
clasificación de textos. TensorFlow
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• Formato de entrada de los datos de entrenamiento: un directorio con un archivo data.csv. Cada 
fila de la primera columna debe tener etiquetas de clase entera entre 0 y el número de clases. 
Cada fila de la segunda columna debe tener los datos de texto correspondientes.

Lo que sigue es un ejemplo de una entrada de archivo CSV: Tenga en cuenta que el archivo no 
debería tener ningún encabezado. El archivo debe alojarse en un bucket de Amazon S3 con una ruta 
similar a s3://bucket_name/input_directory/. Tenga en cuenta que es obligatorio incluir / al 
final.

|   |  |
|---|---|
|0 |hide new secretions from the parental units|
|0 |contains no wit , only labored gags|
|1 |that loves its characters and communicates something rather beautiful about human 
 nature|
|...|...|

Entrenamiento incremental

Puedes iniciar el entrenamiento de un nuevo modelo con artefactos de un modelo con SageMaker 
el que te hayas entrenado anteriormente. El entrenamiento incremental supone un ahorro de tiempo 
cuando queremos entrenar un nuevo modelo con datos idénticos o similares.

Note

Solo puedes combinar un modelo de clasificación de SageMaker texto con otro TensorFlow 
modelo de clasificación de texto con el que hayas entrenado SageMaker. TensorFlow

Para el entrenamiento incremental, puede utilizar cualquier conjunto de datos, siempre y cuando el 
conjunto de clases siga siendo el mismo. El paso de entrenamiento incremental es similar al paso 
de ajuste; la diferencia es que, en lugar de comenzar con un modelo previamente entrenado, se 
comienza con un modelo ajustado existente.

Para obtener más información sobre el uso del entrenamiento incremental con el TensorFlow 
algoritmo de clasificación de SageMaker textos, consulte el cuaderno de muestra Introducción a 
JumpStart la clasificación de textos.
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Inferencia con el algoritmo de clasificación de textos TensorFlow

Puede alojar el modelo ajustado que resulta de su formación en clasificación de TensorFlow textos 
para la inferencia. Para la inferencia, todos los formatos de texto sin procesar deben ser del tipo de 
contenido application/x-text.

Al ejecutar la inferencia, se obtienen valores de probabilidad, etiquetas de clase para todas las clases 
y la etiqueta pronosticada correspondiente al índice de clase con la probabilidad más alta, codificada 
en formato JSON. El TensorFlow modelo de clasificación de texto procesa una sola cadena por 
solicitud y genera solo una línea. Lo siguiente es un ejemplo de una respuesta en formato JSON:

accept: application/json;verbose

{"probabilities": [prob_0, prob_1, prob_2, ...],
"labels": [label_0, label_1, label_2, ...],
"predicted_label": predicted_label}

Si accept se establece en application/json, el modelo solo genera probabilidades.

Recomendación de instancia de Amazon EC2 para el algoritmo de clasificación de textos TensorFlow

El TensorFlow algoritmo de clasificación de texto es compatible con todas las instancias de CPU y 
GPU para el entrenamiento, incluidas las siguientes:

• ml.p2.xlarge

• ml.p2.16xlarge

• ml.p3.2xlarge

• ml.p3.16xlarge

• ml.g4dn.xlarge

• ml.g4dn.16.xlarge

• ml.g5.xlarge

• ml.g5.48xlarge

Para el entrenamiento con lotes grandes, recomendamos utilizar instancias de GPU con más 
memoria. Para la inferencia, se pueden usar instancias de CPU (como M5) o de GPU (P2, P3, G4dn 
o G5). Para obtener una lista completa de instancias de SageMaker formación e inferencia en todas 
AWS las regiones, consulta Amazon SageMaker Pricing.
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Clasificación de textos: TensorFlow ejemplos de cuadernos

Para obtener más información sobre cómo utilizar el TensorFlow algoritmo de clasificación de 
SageMaker textos para el aprendizaje por transferencia en un conjunto de datos personalizado, 
consulte el cuaderno Introducción a JumpStart la clasificación de textos.

Para obtener instrucciones sobre cómo crear instancias del cuaderno de Jupyter y acceder 
a ellas con las que puede ejecutar el ejemplo SageMaker, consulte. Instancias de Amazon 
SageMaker Notebook Tras crear una instancia de bloc de notas y abrirla, seleccione la pestaña
SageMakerEjemplos para ver una lista de todos los SageMaker ejemplos. Para abrir un bloc de 
notas, elija su pestaña Usar y elija Crear copia.

Cómo TensorFlow funciona la clasificación de textos

El TensorFlow algoritmo de clasificación de texto toma el texto tal como lo clasifica en una de las 
etiquetas de clase de salida. Las redes de aprendizaje profundo, como BERT, son muy precisas 
a la hora de clasificar textos. También hay redes de aprendizaje profundo que se entrenan con 
conjuntos de datos de texto de gran tamaño, por ejemplo TextNet, que tiene más de 11 millones de 
textos repartidos en unas 11 000 categorías. Después de entrenar una red con TextNet datos, puede 
ajustarla en un conjunto de datos con un enfoque particular para realizar tareas de clasificación de 
textos más específicas. El TensorFlow algoritmo Amazon SageMaker Text Classification admite el 
aprendizaje por transferencia en muchos modelos previamente entrenados que están disponibles en 
el TensorFlow Hub.

Según el número de etiquetas de clase que contengan tus datos de entrenamiento, se adjunta una 
capa de clasificación de texto al TensorFlow modelo previamente entrenado que elijas. La capa de 
clasificación está compuesta por una capa de eliminación, una capa densa y una capa totalmente 
conectada con regularización L2, y se inicia con ponderaciones aleatorias. Puede cambiar los 
valores de los hiperparámetros de la tasa de eliminación (en la capa de eliminación) y el factor de 
regularización L2 (en la capa densa).

Puede ajustar toda la red (lo que incluye el modelo prentrenado) o solo la capa de clasificación 
superior en los nuevos datos de entrenamiento. Con este método de aprendizaje por transferencia, 
es posible llevar a cabo el entrenamiento con conjuntos de datos más pequeños.

TensorFlow Modelos Hub

Los siguientes modelos previamente entrenados están disponibles para su uso en el aprendizaje por 
transferencia con el TensorFlow algoritmo de clasificación de textos.
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El tamaño, la cantidad de parámetros, el tiempo de entrenamiento y la latencia de inferencia de 
estos modelos puede variar considerablemente para un conjunto de datos determinado. El mejor 
modelo para su caso de uso dependerá de la complejidad del conjunto de datos de ajuste y de sus 
necesidades con respecto al tiempo de entrenamiento, la latencia de inferencia o la precisión del 
modelo.

Nombre del modelo model_id Fuente

BERT Base Uncased tensorflow-tc-bert 
-en-uncased-L-12-H 
-768-A-12-2

TensorFlow Enlace al hub

BERT Base Cased tensorflow-tc-bert-
en-cased-L-12-H-768-
A-12-2

TensorFlow Enlace al hub

BERT Base Multilingual Cased tensorflow-tc-bert 
-multi-cased-L-12- 
H-768-A-12-2

TensorFlow Enlace al hub

Small BERT L-2_H-128_A-2 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-2-H-128-A-2

TensorFlow Enlace al hub

Small BERT L-2_H-256_A-4 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-2-H-256-A-4

TensorFlow Enlace al hub

Small BERT L-2_H-512_A-8 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-2-H-512-A-8

TensorFlow Enlace al hub

Small BERT L-2_H-768_A-12 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-2-H-768-A-12

TensorFlow Enlace al hub
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Nombre del modelo model_id Fuente

Small BERT L-4_H-128_A-2 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-4-H-128-A-2

TensorFlow Enlace al hub

Small BERT L-4_H-256_A-4 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-4-H-256-A-4

TensorFlow Enlace al hub

Small BERT L-4_H-512_A-8 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-4-H-512-A-8

TensorFlow Enlace al hub

Small BERT L-4_H-768_A-12 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-4-H-768-A-12

TensorFlow Enlace al hub

Small BERT L-6_H-128_A-2 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-6-H-128-A-2

TensorFlow Enlace al hub

Small BERT L-6_H-256_A-4 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-6-H-256-A-4

TensorFlow Enlace al hub

Small BERT L-6_H-512_A-8 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-6-H-512-A-8

TensorFlow Enlace al hub

Small BERT L-6_H-768_A-12 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-6-H-768-A-12

TensorFlow Enlace al hub

Small BERT L-8_H-128_A-2 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-8-H-128-A-2

TensorFlow Enlace al hub
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https://tfhub.dev/tensorflow/small_bert/bert_en_uncased_L-6_H-512_A-8/1
https://tfhub.dev/tensorflow/small_bert/bert_en_uncased_L-6_H-768_A-12/1
https://tfhub.dev/tensorflow/small_bert/bert_en_uncased_L-8_H-128_A-2/1
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Nombre del modelo model_id Fuente

Small BERT L-8_H-256_A-4 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-8-H-256-A-4

TensorFlow Enlace al hub

Small BERT L-8_H-512_A-8 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-8-H-512-A-8

TensorFlow Enlace al hub

Small BERT L-8_H-768_A-12 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-8-H-768-A-12

TensorFlow Enlace al hub

Small BERT L-10_H-128_A-2 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-10-H-128-A-2

TensorFlow Enlace al hub

Small BERT L-10_H-256_A-4 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-10-H-256-A-4

TensorFlow Enlace al hub

Small BERT L-10_H-512_A-8 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-10-H-512-A-8

TensorFlow Enlace al hub

Small BERT L-10_H-768_A-12 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-10-H-768-A- 
12

TensorFlow Enlace al hub

Small BERT L-12_H-128_A-2 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-12-H-128-A-2

TensorFlow Enlace al hub

Small BERT L-12_H-256_A-4 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-12-H-256-A-4

TensorFlow Enlace al hub
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Nombre del modelo model_id Fuente

Small BERT L-12_H-512_A-8 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-12-H-512-A-8

TensorFlow Enlace al hub

Small BERT L-12_H-768_A-12 tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-12-H-768-A- 
12

TensorFlow Enlace al hub

BERT Large Uncased tensorflow-tc-bert 
-en-uncased-L-24-H 
-1024-A-16-2

TensorFlow Enlace al hub

BERT Large Cased tensorflow-tc-bert 
-en-cased-L-24-H-1 
024-A-16-2

TensorFlow Enlace al hub

BERT Large Uncased Whole 
Word Masking

tensorflow-tc-bert-
en-wwm-uncased-L-24-
H-1024-A-16-2

TensorFlow Enlace al hub

BERT Large Cased Whole 
Word Masking

tensorflow-tc-bert-
en-wwm-cased-L-24-
H-1024-A-16-2

TensorFlow Enlace al hub

ALBERT Base tensorflow-tc-albe 
rt-en-base

TensorFlow Enlace al hub

ELECTRA Small++ tensorflow-tc-elec 
tra-small-1

TensorFlow Enlace al hub

ELECTRA Base tensorflow-tc-elec 
tra-base-1

TensorFlow Enlace al hub

BERT Base Wikipedia y 
BooksCorpus

tensorflow-tc-expe 
rts-bert-wiki-book 
s-1

TensorFlow Enlace al hub
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Nombre del modelo model_id Fuente

BERT BASE MEDLINE/ 
PubMed

tensorflow-tc-expe 
rts-bert-pubmed-1

TensorFlow Enlace hub

Talking Heads Base tensorflow-tc-talk 
ing-heads-base

TensorFlow Enlace al hub

Talking Heads Large tensorflow-tc-talk 
ing-heads-large

TensorFlow Enlace al hub

Clasificación de texto: TensorFlow hiperparámetros

Los hiperparámetros son parámetros que se establecen antes de que un modelo de machine 
learning comience a aprender. Los siguientes hiperparámetros son compatibles con el TensorFlow 
algoritmo SageMaker integrado de detección de objetos de Amazon. Para obtener más información 
sobre el ajuste de hiperparámetros, consulte Ajuste un modelo de clasificación de texto TensorFlow .

Nombre del parámetro Descripción

batch_size El tamaño del lote para la capacitación. Para el entrenamiento 
en instancias con varias GPU, este tamaño de lote se utiliza en 
todas las GPU.

Valores válidos: número entero positivo.

Valor predeterminado: 32.

beta_1 El beta1 para los optimizadores "adam" y "adamw". Represent 
a la tasa de degradación exponencial para las estimaciones del 
primer momento. No se tiene en cuenta para otros optimizad 
ores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.9.

beta_2 El beta2 para los optimizadores "adam" y "adamw". Represent 
a la tasa de degradación exponencial para las estimaciones del 
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Nombre del parámetro Descripción

segundo momento. No se tiene en cuenta para otros optimizad 
ores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.999.

dropout_rate La tasa de eliminación en la capa de eliminación, dentro de la 
capa de clasificación superior. Solo se usa cuando reinitial 
ize_top_layer  está establecido en "True".

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.2

early_stopping Se establece en "True" a fin de usar una lógica de detención 
temprana durante el entrenamiento. Si es "False", no se utiliza 
la interrupción temprana.

Valores válidos: cadena ("True" o "False").

Valor predeterminado: "False".

early_stopping_min 
_delta

El cambio mínimo necesario para considerarse una mejora. Un 
cambio absoluto inferior al valor de early_stopping_min 
_delta  no se considera mejora. Solo se usa cuando
early_stopping  está establecido en "True".

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.0.

early_stopping_pat 
ience

El número de epochs (fechas de inicio) para seguir entrenando 
sin que haya mejoras. Solo se usa cuando early_stopping
está establecido en "True".

Valores válidos: número entero positivo.

Valor predeterminado: 5.
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Nombre del parámetro Descripción

epochs El número de fechas de inicio de capacitación.

Valores válidos: número entero positivo.

Valor predeterminado: 10.

epsilon El valor épsilon para los optimizadores "adam", "rmsprop" ,
"adadelta"  y "adagrad" . Se suele establecer en un valor 
pequeño para evitar la división por 0. No se tiene en cuenta para 
otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 1e-7.

initial_accumulato 
r_value

El valor inicial de los acumuladores o los valores de impulso por 
parámetro del optimizador "adagrad" . No se tiene en cuenta 
para otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.0001.

learning_rate La tasa de aprendizaje del optimizador.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.001.

momentum El valor de impulso para los optimizadores "sgd" y "nesterov 
" . No se tiene en cuenta para otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.9.
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Nombre del parámetro Descripción

optimizer El tipo de optimizador. Para obtener más información, consulte
Optimizadores en la TensorFlow documentación.

Valores válidos: cadena, "adamw", "adam", "sgd",
"nesterov" , "rmsprop" ,  "adagrad"  o "adadelta" .

Valor predeterminado: "adam".

regularizers_l2 El factor de regularización L2 de la capa densa en la capa de 
clasificación. Solo se usa cuando reinitialize_top_l 
ayer  está establecido en "True".

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.0001.

reinitialize_top_l 
ayer

Si se establece en "Auto", los parámetros de la capa de 
clasificación superior se reinicializan durante el ajuste. Para 
el entrenamiento incremental, los parámetros de la capa 
de clasificación superior no se reinicializan, a no ser que se 
establezca en "True".

Valores válidos: cadena, "Auto", "True" o "False".

Valor predeterminado: "Auto".

rho El factor de descuento para el gradiente de los optimizadores
"adadelta"  y "rmsprop" . No se tiene en cuenta para otros 
optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.95.
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Nombre del parámetro Descripción

train_only_on_top_ 
layer

Si es "True", solo se ajustan los parámetros de la capa de 
clasificación superior. Si es "False", todos los parámetros del 
modelo se ajustan.

Valores válidos: cadena ("True" o "False").

Valor predeterminado: "False".

validation_split_r 
atio

La fracción de datos de entrenamiento que se va a dividir 
aleatoriamente para crear datos de validación. Solo se usa 
si no se suministran datos de validación a través del canal
validation .

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.2.

warmup_steps_fract 
ion

La fracción del número total de pasos de actualización del 
gradiente; la tasa de aprendizaje aumenta desde 0 hasta la tasa 
de aprendizaje inicial durante la fase de preparación. Solo se 
usa con el optimizador adamw.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.1.

Ajuste un modelo de clasificación de texto TensorFlow

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.
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Métricas calculadas mediante el algoritmo de clasificación de textos TensorFlow

Consulte la siguiente tabla para ver qué métricas calcula el TensorFlow algoritmo de clasificación de 
texto.

Nombre de 
métrica

Descripción Dirección de 
optimización

Patrón de 
expresiones 
regulares

validatio 
n:accuracy

La ratio del número de predicciones 
correctas con respecto al número 
total de predicciones realizadas.

Maximizar val_accur 
acy=([0-9\
\.]+)

Clasificación de texto ajustable: hiperparámetros TensorFlow

Puede ajustar un modelo de clasificación de texto con los siguientes hiperparámetros. Los 
hiperparámetros con un mayor impacto en las métricas de objetivos de clasificación de texto son
batch_size, learning_rate y optimizer. Ajuste los hiperparámetros relacionados con 
el optimizador, como momentum, regularizers_l2, beta_1, beta_2 y eps, en función del
optimizer seleccionado. Por ejemplo, utilice beta_1 y beta_2 solo cuando el optimizer sea
adamw o adam.

Para obtener más información sobre los hiperparámetros que se utilizan en cada optimizer, 
consulte Clasificación de texto: TensorFlow hiperparámetros.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

batch_size IntegerParameterRanges MinValue: 4, 
MaxValue: 128

beta_1 ContinuousParameterRanges MinValue: 1e-6, 0,999 
MaxValue

beta_2 ContinuousParameterRanges MinValue: 1e-6, 0,999 
MaxValue
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

eps ContinuousParameterRanges MinValue: 1e-8,: 1,0 
MaxValue

learning_rate ContinuousParameterRanges MinValue: 1e-6,: 0,5 
MaxValue

momentum ContinuousParameterRanges MinValue: 0,0, 0,999 
MaxValue

optimizer CategoricalParameterRanges ['adamw', 'adam', 
'sgd', 'rmsprop', 
'nesterov', 'adagrad', 
'adadelta']

regularizers_l2 ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,999

train_onl 
y_on_top_layer

CategoricalParameterRanges ['True', 'False']

Algoritmos integrados de SageMaker para datos de serie temporal

SageMaker proporciona algoritmos que se adaptan al análisis de datos de serie temporal a fin de 
pronosticar la demanda de productos, las cargas de los servidores, las solicitudes de páginas web. 
etc.

• Algoritmo de previsión DeepAR: un algoritmo de aprendizaje supervisado para series temporales 
(monodimensionales) escalares y de previsión que emplean redes neuronales recurrentes (RNN).
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

Previsión 
DeepAR

capacitac 
ión y 
prueba 
(opcional)

Archivos Líneas de 
JSON o 
Parquet

GPU o 
CPU

Sí

Algoritmo de previsión DeepAR

El algoritmo de previsión Amazon SageMaker DeepAR es un algoritmo de aprendizaje supervisado 
para las series temporales (monodimensionales) escalares de previsión que utilizan redes 
neuronales recurrentes (RNN). Los métodos de previsión clásicos, como el modelo autorregresivo 
integrado de media móvil (ARIMA) o el suavizamiento exponencial (ETS), encajan en un solo modelo 
para cada serie temporal individual. A continuación, utilizan ese modelo para extrapolar la serie 
temporal en el futuro.

En muchas aplicaciones, sin embargo, disponen de muchas series temporales similares en un 
conjunto de unidades transversales. Por ejemplo, es posible que tenga agrupaciones de series de 
tiempo para la demanda de diferentes productos, cargas del servidor y solicitudes de páginas web. 
Para este tipo de aplicación, puede beneficiarse de un único modelo de capacitación conjuntamente 
a lo largo de toda la serie temporal. DeepAR toma este enfoque. Cuando el conjunto de datos 
contiene cientos de series temporales relacionadas, DeepAR supera el estándar ARIMA y los 
métodos ETS. También puede utilizar el modelo capacitado para generar previsiones para series 
temporales nuevas que son similares a aquellas para las que ha recibido capacitación.

La entrada de capacitación para el algoritmo DeepAR consta de una o, preferiblemente, más 
series temporales target generadas por el mismo proceso o por procesos similares. En 
función de este conjunto de datos de entrada, el algoritmo capacita un modelo que aprende una 
aproximación de estos procesos y la utiliza para predecir cómo evolucionan las series temporales 
de destino. Si lo desea, puede asociar cada una de las series temporales de destino a un vector 
de características categóricas estáticas (independiente del tiempo) proporcionado por el campo
cat y a un vector de serie temporal dinámica (dependiente del tiempo) proporcionado por el 
campo dynamic_feat. SageMaker entrena al modelo DeepAR muestreando aleatoriamente 
varios ejemplos de entrenamiento de cada una de las series temporales en el conjunto de datos 
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de entrenamiento. Cada ejemplo de capacitación se compone de un par de ventanas adyacentes 
de contexto y predicción con longitudes predefinidas fijas. Para controlar hasta dónde en el pasado 
puede ver la red, utilice el hiperparámetro context_length. Para controlar hasta dónde en el 
futuro pueden hacerse predicciones, utilice el hiperparámetro prediction_length. Para obtener 
más información, consulte ¿Cómo funciona el algoritmo DeepAR?.

Temas

• Interfaz de entrada/salida para el algoritmo DeepAR

• Prácticas recomendadas para utilizar el algoritmo DeepAR

• Recomendaciones de la instancia EC2 para el algoritmo DeepAR

• Cuadernos de ejemplos de DeepAR

• ¿Cómo funciona el algoritmo DeepAR?

• Hiperparámetros de DeepAR

• Ajustar un modelo DeepAR

• Formatos de inferencia de DeepAR

Interfaz de entrada/salida para el algoritmo DeepAR

DeepAR admite dos canales de datos. El canal train obligatorio describe el conjunto de datos de 
capacitación. El canal test opcional describe un conjunto de datos que el algoritmo utiliza para 
evaluar la precisión del modelo después de la capacitación. Puede proporcionar capacitación y 
conjuntos de datos de prueba en el formato de líneas de JSON. Los archivos pueden estar en el 
formato de archivos gzip o Parquet.

Al especificar las rutas para la capacitación y los datos de prueba, puede especificar un solo 
archivo o un directorio que contiene varios archivos, que se pueden almacenar en subdirectorios. 
Si especifica un directorio, DeepAR utiliza todos los archivos en el directorio como entradas para el 
canal correspondiente, excepto los que comienzan con un punto (.) y los denominados _SUCCESS. 
De este modo, se garantiza que pueda usar directamente las carpetas de salida producidas por 
trabajos de Spark como canales de entrada para sus trabajos de capacitación de DeepAR.

De forma predeterminada, el modelo DeepAR determina el formato de entrada a partir de la 
extensión del archivo (.json, .json.gz o .parquet) en la ruta de entrada especificada. Si la ruta 
no termina en una de estas extensiones, debe especificar de forma explícita el formato en el SDK 
para Python. Utilice el parámetro content_type de la clase s3_input.
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Los registros en sus archivos de entrada deben contener los siguientes campos:

• start: una cadena con el formato YYYY-MM-DD HH:MM:SS. La marca temporal de inicio no 
puede contener información sobre la zona horaria.

• target: una matriz de valores de punto flotante o enteros que representan la serie temporal. 
Puede codificar los valores que faltan como literales null o como cadenas "NaN" en JSON o 
como los valores de coma flotante nan en Parquet.

• dynamic_feat (opcional): una matriz de matrices de valores de punto flotante o enteros que 
representa el vector de series temporales de características personalizadas (características 
dinámicas). Si configura este campo, todos los registros deben tener el mismo número de matrices 
internas (el mismo número de serie temporal de características). Además, cada matriz interna 
debe tener la misma longitud que el valor target asociado más la prediction_length. Las 
características no se admiten en los valores que faltan. Por ejemplo, si la serie temporal de destino 
representa la demanda de diferentes productos, un campo dynamic_feat asociado podría ser 
una serie temporal booleana que indique si se ha aplicado una promoción (1) al producto en 
concreto o no (0):

{"start": ..., "target": [1, 5, 10, 2], "dynamic_feat": [[0, 1, 1, 0]]}

• cat (opcional): una matriz de características categóricas que se puede usar para codificar los 
grupos a los que pertenece el registro. Las características categóricas deben codificarse como una 
secuencia de números enteros positivos basada en 0. Por ejemplo, el dominio categórico {R, G 
B} puede ser codificarse como {0, 1, 2}. Todos los valores de cada dominio categórico debe estar 
representado en el conjunto de datos de capacitación. Esto se debe a que el algoritmo DeepAR 
puede hacer predicciones solo para las categorías que se han observado durante la capacitación. 
Además, cada característica categórica está integrada en un espacio de baja dimensión cuya 
dimensionalidad se controla mediante el hiperparámetro embedding_dimension. Para obtener 
más información, consulte Hiperparámetros de DeepAR.

Si utiliza un archivo JSON, debe tener el formato de líneas de JSON. Por ejemplo:

{"start": "2009-11-01 00:00:00", "target": [4.3, "NaN", 5.1, ...], "cat": [0, 1], 
 "dynamic_feat": [[1.1, 1.2, 0.5, ...]]}
{"start": "2012-01-30 00:00:00", "target": [1.0, -5.0, ...], "cat": [2, 3], 
 "dynamic_feat": [[1.1, 2.05, ...]]}
{"start": "1999-01-30 00:00:00", "target": [2.0, 1.0], "cat": [1, 4], "dynamic_feat": 
 [[1.3, 0.4]]}
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En este ejemplo, cada serie temporal tiene dos características categóricas asociadas y una 
característica de serie temporal.

Para Parquet, utilice los mismos tres campos como columnas. Además, "start" puede ser el tipo
datetime. Puede comprimir archivos Parquet con gzip (gzip) o la biblioteca de compresión Snappy 
(snappy).

Si el algoritmo se ha capacitado sin los campos cat y dynamic_feat, aprenderá un modelo 
"global", es decir, un modelo que es independiente de la identidad específica de la serie temporal de 
destino en el tiempo de inferencia y que solo está condicionado por su forma.

Si el modelo está condicionado por los datos de características cat y dynamic_feat que 
proporciona cada serie temporal, es probable que la predicción esté influenciada por el carácter de 
la serie temporal con las características cat correspondientes. Por ejemplo, si la serie temporal
target representa la demanda de prendas de ropa, puede asociar un vector cat bidimensional 
que codifique el tipo de prenda (p. ej. 0 = zapatos, 1 = vestido) en el primer componente y el color 
de la prenda (p. ej. 0 = rojo, 1 = azul) en el segundo componente. Una entrada de muestra tendría el 
siguiente aspecto:

{ "start": ..., "target": ..., "cat": [0, 0], ... } # red shoes
{ "start": ..., "target": ..., "cat": [1, 1], ... } # blue dress

En tiempo de inferencia, puede solicitar predicciones para destinos con valores cat que sean 
combinaciones de los valores cat observados en los datos de capacitación, por ejemplo:

{ "start": ..., "target": ..., "cat": [0, 1], ... } # blue shoes
{ "start": ..., "target": ..., "cat": [1, 0], ... } # red dress

Las siguientes directrices son aplicables a los datos de capacitación:

• La hora de inicio y longitud de la serie temporal pueden diferir. Por ejemplo, en marketing, los 
productos a menudo se incorporan a los catálogos de venta en fechas diferentes, por lo que sus 
fechas de inicio difieren de forma natural. Sin embargo, todas las series deben tener la misma 
frecuencia, el mismo número de características categóricas y el mismo número de características 
dinámicas.

• Mezcle el archivo de capacitación con respecto a la posición de la serie temporal en el archivo. Es 
decir, la serie temporal debe producirse en orden aleatorio en el archivo.

• Asegúrese de que establece el campo start correctamente. El algoritmo utiliza la marca temporal
start para obtener las características internas.
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• Si utiliza características categóricas (cat), todas las series temporales deben tener el mismo 
número de características categóricas. Si el conjunto de datos contiene el campo cat, el algoritmo 
lo utiliza y extrae la cardinalidad de los grupos del conjunto de datos. Por defecto, cardinality
es "auto". Si el conjunto de datos contiene el campo cat, pero no desea utilizarlo, puede 
desactivarlo definiendo cardinality como "". Si se ha capacitado un modelo utilizando una 
característica cat, debe incluirlo para realizar inferencias.

• Si el conjunto de datos contiene el campo dynamic_feat, el algoritmo lo utiliza de forma 
automática. Todas las series temporales tienen que tener el mismo número de series temporales 
de características. Los puntos de tiempo en cada una de las series de tiempos de características 
corresponde de manera individual a los puntos de tiempo en el destino. Además, la entrada en 
el campo dynamic_feat debe tener la misma longitud que el campo target. Si el conjunto de 
datos contiene el campo dynamic_feat, pero no desea utilizarlo, puede desactivarlo definiendo
num_dynamic_feat como "". Si se ha capacitado el modelo con el campo dynamic_feat, 
debe proporcionar este campo para realizar inferencias. Además, cada una de las características 
debe tener la longitud del destino proporcionado además de prediction_length. En otras 
palabras, debe proporcionar el valor de la característica en el futuro.

Si especifica datos de canal de prueba opcionales, el algoritmo de DeepAR evalúa el modelo de 
capacitación con diferentes métricas de precisión. El algoritmo calcula la desviación cuadrática media 
(RMSE) en los datos de prueba de la siguiente forma:

yi,t es el valor verdadero de la serie temporal i en el momento t. ŷi,t es la predicción media. La 
suma supera a todas las series temporales n en el conjunto de pruebas y es superior a los 
últimos puntos temporales para cada serie temporal, donde T se corresponde con el horizonte de 
predicción. Especifique la longitud del horizonte de previsión configurando el prediction_length
hiperparámetro. Para obtener más información, consulte Hiperparámetros de DeepAR.

Además, el algoritmo evalúa la precisión de la distribución prevista mediante la pérdida de cuantil 
ponderada. Para obtener un cuantil en el rango [0, 1], la pérdida de cuantil ponderada se define de la 
siguiente forma:
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qi,t
(τ) es el cuantil τ de la distribución que predice el modelo. Para especificar para qué cuantiles 

calcular la pérdida, establezca el hiperparámetro test_quantiles. Además de estos, el promedio 
de las pérdidas de cuantiles prescritos se informa como parte de los registros de capacitación. Para 
obtener información, consulte Hiperparámetros de DeepAR.

Para la inferencia, DeepAR acepta el formato JSON y los siguientes campos:

• "instances", que incluye una o más series temporales en formato de líneas JSON

• Un nombre de "configuration", que incluye parámetros para generar la previsión

Para obtener más información, consulte Formatos de inferencia de DeepAR.

Prácticas recomendadas para utilizar el algoritmo DeepAR

Al preparar sus datos de serie temporal, siga estas prácticas recomendadas para conseguir los 
mejores resultados:

• Excepto en lo tocante a la división de su conjunto de datos para la capacitación y las pruebas, 
proporcione siempre toda la serie temporal para la capacitación, las pruebas y cuándo llamar al 
modelo para realizar inferencias. Independientemente de cómo establezca context_length, no 
divida la serie temporal ni proporcione solo una parte. El modelo utiliza puntos de datos que van 
más allá del valor establecido en context_length para la característica de valores con retraso.

• Al ajustar un modelo DeepAR, puede dividir el conjunto de datos para crear un conjunto de 
datos de capacitación y un conjunto de datos de prueba. En una evaluación típica, se prueba el 
modelo en la misma serie temporal utilizada para la capacitación, pero en los puntos temporales
prediction_length futuros que siguen inmediatamente después del último punto temporal 
visible durante la capacitación. Puede crear conjuntos de datos de capacitación y de prueba 
que satisfagan estos criterios mediante todo el conjunto de datos (la longitud total de todas las 
series temporales que están disponibles) como conjunto de prueba y eliminar los últimos puntos
prediction_length de cada serie temporal para la capacitación. Durante la capacitación, 
el modelo no ve los valores de destino para puntos de tiempo en los que se evalúa durante las 
pruebas. Durante las pruebas, el algoritmo retiene los últimos puntos prediction_length de 
cada serie temporal del conjunto de pruebas y se genera una predicción. A continuación, compara 
la previsión con los valores retenidos. Puede crear evaluaciones más complejas repitiendo 
series temporales varias veces en el conjunto de pruebas pero cortándolas en puntos de enlace 
diferentes. Con este enfoque, se realiza un promedio de métricas de precisión en diferentes 
previsiones de diferentes puntos temporales. Para obtener más información, consulte Ajustar un 
modelo DeepAR.
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• Evite utilizar valores muy grandes (> 400) para prediction_length ya que hace que el modelo 
sea lento y menos preciso. Si desea realizar una previsión que vaya más allá en el futuro, puede 
agregar los datos con una frecuencia inferior. Por ejemplo, utilice 5min en lugar de 1min.

• Dado que se utilizan réplicas, un modelo puede retroceder más allá en la serie temporal del 
valor especificado para context_length. Por lo tanto, no es necesario establecer este 
parámetro en un valor grande. Le recomendamos que comience con el valor que utilizó para
prediction_length.

• Le recomendamos realizar la capacitación de un modelo DeepAR en tantas series temporales 
como sea posible. Aunque un modelo DeepAR capacitado en una sola serie temporal podría 
funcionar bien, los algoritmos de previsión estándar, como, por ejemplo, ARIMA o ETS, podrían 
proporcionar resultados más precisos. El algoritmo DeepAR comienza a superar los métodos 
estándar cuando el conjunto de datos contiene cientos de series temporales relacionadas. En la 
actualidad, DeepAR requiere que el número total de observaciones disponibles en todas las series 
temporales de capacitación sea al menos 300.

Recomendaciones de la instancia EC2 para el algoritmo DeepAR

Puede realizar la capacitación de DeepAR en instancias de GPU y CPU en la configuración de una 
máquina o de varias máquinas. Le recomendamos comenzar por una única instancia de CPU (por 
ejemplo, ml.c4.2xlarge o ml.c4.4xlarge) y cambiar a instancias de GPU y varias máquinas solo si es 
necesario. El uso de GPU y de varias máquinas mejora el rendimiento solo para los modelos más 
grandes (con muchas celdas por capa y muchas capas) y para tamaños de minilotes grandes (por 
ejemplo, superior a 512).

Para la inferencia, DeepAR solo admite instancias de CPU.

Especificar valores grandes para context_length, prediction_length, num_cells,
num_layers o mini_batch_size puede crear modelos que son demasiado grandes para 
instancias pequeñas. En este caso, utilice un tipo de instancia mayor o reduzca los valores de estos 
parámetros. Este problema también se produce con frecuencia al ejecutar trabajos de ajuste de 
hiperparámetros. En ese caso, utilice un tipo de instancia lo suficientemente grande para el trabajo 
de ajuste de modelos y considere la posibilidad de limitar los valores superiores de los parámetros 
críticos para evitar errores de trabajo.

Cuadernos de ejemplos de DeepAR

Si desea ver un cuaderno de ejemplo que muestra cómo preparar un conjunto de datos de serie 
temporal para el entrenamiento del algoritmo DeepAR de SageMaker y cómo implementar el 
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modelo entrenado para realizar inferencias, consulte DeepAR demo on electricity dataset, donde 
se describen las características avanzadas de DeepAR en un conjunto de datos del mundo real. 
Si desea obtener instrucciones para crear instancias de cuaderno de Jupyter que pueda utilizar 
para ejecutar el ejemplo en SageMaker, y obtener acceso a ellas, consulte Instancias de Amazon 
SageMaker Notebook. Después de crear y abrir una instancia de cuaderno, seleccione la pestaña
Ejemplos de SageMaker para ver una lista de todos los ejemplos de SageMaker. Para abrir un bloc 
de notas, elija su pestaña Use (Usar) y elija Create copy (Crear copia).

¿Cómo funciona el algoritmo DeepAR?

Durante la capacitación, DeepAR acepta un conjunto de datos de capacitación y un conjunto de 
datos de prueba opcional. Utiliza el conjunto de datos de prueba para evaluar el modelo capacitado. 
En general, los conjuntos de datos no tienen que contener el mismo conjunto de serie temporal. 
Puede utilizar un modelo capacitado en un determinado conjunto de capacitación para generar 
las previsiones para el futuro de las series temporales en el conjunto de capacitación y para otras 
series temporales. Tanto la capacitación como el conjunto de datos de prueba constan de una o, 
preferiblemente, series temporales de destino. Cada serie temporal de destino puede asociarse 
opcionalmente a un vector de serie temporal de características y a un vector de características 
categóricas. Para obtener más información, consulte Interfaz de entrada/salida para el algoritmo 
DeepAR.

Por ejemplo, el siguiente es un elemento de un conjunto de entrenamiento indexado por i que se 
compone de una serie temporal de destino, Zi,t y dos series temporales de características asociadas,
Xi,1,t y Xi,2,t:

La serie temporal de destino puede contener los valores que faltan, que están representados por 
saltos de línea en la serie temporal. DeepAR+ solo admite series temporales de características que 
son conocidas en el futuro. Esto le permite ejecutar escenarios hipotéticos. escenarios ¿Qué ocurre, 
por ejemplo, si cambio el precio de un producto de algún modo?
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Cada serie temporal de destino también puede asociarse a un número de características categóricas. 
Puede utilizar estas características para codificar a qué agrupaciones pertenece una serie temporal. 
Las características categóricas permiten que el modelo aprenda comportamiento típico para grupos 
que puede utilizar para aumentar la precisión del modelo. DeepAR lo implementa aprendiendo un 
vector de integración para cada grupo, que captura las propiedades comunes de todas las series 
temporales en el grupo.

¿Cómo funcionan las series temporales de características en el algoritmo DeepAR?

Para facilitar los patrones de aprendizaje que dependen del tiempo, como por ejemplo los picos 
durante fines de semana, DeepAR crea automáticamente series temporales de características 
basadas en la frecuencia de la serie temporal de destino. Utiliza estas series temporales de 
características derivadas con la serie temporal de características personalizadas que proporciona 
durante la capacitación y la inferencia. La siguiente imagen muestra dos de estas características de 
series temporales derivadas: ui,1,t representa la hora del día y ui,2,t el día de la semana.

El algoritmo DeepAR genera automáticamente estas series temporales de características. En la 
tabla siguiente se enumeran las características derivadas para las frecuencias temporales básicas 
admitidas.

Frecuencia de la serie 
temporal

Características derivadas

Minute minute-of-hour , hour-of-day , day-of-week , day-
of-month , day-of-year

Hour hour-of-day , day-of-week , day-of-month , day-of-
year
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Frecuencia de la serie 
temporal

Características derivadas

Day day-of-week , day-of-month , day-of-year

Week day-of-month , week-of-year

Month mes del año

DeepAR capacita un modelo muestreando aleatoriamente varios ejemplos de capacitación de cada 
una de las series temporales en el conjunto de datos de capacitación. Cada ejemplo de capacitación 
se compone de un par de ventanas adyacentes de contexto y predicción con longitudes predefinidas 
fijas. El hiperparámetro context_length controla hasta dónde puede ver la red en el pasado 
y el hiperparámetro prediction_length controla hasta cuando en el futuro pueden hacerse 
predicciones. Durante la capacitación, el algoritmo hace caso omiso a la capacitación de elementos 
de conjuntos que contienen series temporales más cortas que la longitud de predicción especificada. 
La siguiente figura representa cinco ejemplo con longitudes de contexto de 12 horas y longitudes de 
predicción de 6 horas extraídos del elemento i. Por cuestiones de brevedad, hemos omitido la serie 
temporal de características xi,1,t y ui,2,t.

Para capturar los patrones de estacionalidad, DeepAR también incluye automáticamente valores con 
retraso procedentes de series temporales de destino. En el ejemplo con frecuencia por hora, para 
cada índice temporal, t = T, el modelo expone los valores zi,t, que tuvieron lugar, aproximadamente, 
hace uno, dos y tres días.
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Para la inferencia, el modelo de capacitación toma como entrada una serie temporal de destino, que 
puede haberse usado o no durante la capacitación, y prevé una distribución de probabilidad para 
los siguientes valores prediction_length. Dado que DeepAR recibe capacitación sobre todo el 
conjunto de datos, la previsión tiene en cuenta patrones aprendidos de series temporales similares.

Para obtener información sobre las operaciones matemáticas que se encuentran detrás de DeepAR, 
consulte DeepAR: Probabilistic Forecasting with Autoregressive Recurrent Networks.

Hiperparámetros de DeepAR

Nombre del parámetro Descripción

context_length El número de puntos de tiempo que el modelo visualiza antes 
de realizar la predicción. El valor de este parámetro debe ser 
sobre el mismo que prediction_length . El modelo también 
recibe las entradas con retraso desde el destino, por lo que
context_length  puede ser mucho menor que las temporada 
s normales. Por ejemplo, una serie temporal diario puede tener 
una temporada anual. El modelo incluye automáticamente 
un retardo de un año, de manera que la longitud del contexto 
puede ser inferior a un año. Los valores de retardo que elige el 
modelo dependen de la frecuencia de las series temporales. Por 
ejemplo, los valores de retardo para la frecuencia diaria son la 
semana anterior, 2 semanas, 3 semanas, 4 semanas y el año.

Obligatorio

Valores válidos: número entero positivo
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Nombre del parámetro Descripción

epochs Número máximo de iteraciones en los datos de capacitación. El 
valor óptimo depende del tamaño de los datos y de la tasa de 
aprendizaje. Véase también early_stopping_patience . 
Los valores típicos están comprendidos entre 10 y 1000.

Obligatorio

Valores válidos: número entero positivo

prediction_length El número de pasos de tiempo para los que se ha capacitado 
al modelo para la predicción, también denominado "horizonte 
de previsión". El modelo de capacitación genera siempre las 
previsiones con esta longitud. No puede generar previsiones 
más largas. prediction_length  es fijo cuando se realiza la 
capacitación de un modelo y no se puede cambiar después.

Obligatorio

Valores válidos: número entero positivo
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Nombre del parámetro Descripción

time_freq El grado de detalle de la serie temporal en el conjunto de datos. 
Utilice time_freq  para seleccionar los retrasos y caracterí 
sticas de fechas adecuados. El modelo solo admite las siguiente 
s frecuencias básicas. También es compatible con múltiplos de 
estas frecuencias básicas. Por ejemplo, 5min especifica una 
frecuencia de 5 minutos.

• M: mensual

• W: semanal

• D: diario

• H: cada hora

• min: cada minuto

Obligatorio

Valores válidos: un número entero seguido de M, W, D, H o min. 
Por ejemplo, 5min.
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Nombre del parámetro Descripción

cardinality Cuando se utilizan características categóricas (cat),
cardinality  es una matriz que especifica el número de 
categorías (grupos) por característica categórica. Establezca 
esta opción en auto para deducir la cardinalidad de los datos. 
El modo auto también funciona cuando no se utilizan caracterí 
sticas categóricas en el conjunto de datos. Esta es la configura 
ción recomendada para el parámetro.

Establezca la cardinalidad en ignore para obligar a que 
DeepAR no utilice características categóricas, ni tan siquiera si 
están presentes en los datos.

Para realizar la validación de datos adicionales, es posible 
establecer explícitamente este parámetro en el valor real. Por 
ejemplo, si se proporcionan dos características categóricas 
donde la primera tiene dos y la otra tiene 3 valores posibles, 
defina esto como [2, 3].

Para obtener más información acerca de cómo utilizar caracterí 
sticas categóricas, consulte la sección de datos en la página de 
documentación principal de DeepAR.

Opcional

Valores válidos: auto, ignore, matriz de números enteros 
positivos, cadena vacía o

Valor predeterminado: auto
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Nombre del parámetro Descripción

dropout_rate La tasa de abandono que utilizar durante la capacitación. 
El modelo utiliza regularización de desconexión. Para cada 
iteración, no se actualiza un subconjunto aleatorio de neuronas 
ocultas. Los valores típicos son inferiores a 0,2.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.1

early_stopping_pat 
ience

Si se establece este parámetro, se detiene la capacitación 
cuando no se realiza el progreso en el número especificado 
de epochs. El modelo que dispone de la pérdida más baja se 
devuelve como modelo final.

Opcional

Valores válidos: número entero
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Nombre del parámetro Descripción

embedding_dimension Tamaño de vector de integración aprendido por característica 
categórica (se utiliza el mismo valor para todas las caracterí 
sticas categóricas).

El modelo DeepAR puede aprender patrones de series de 
tiempo de nivel de grupo cuando se proporciona una capacitac 
ión de agrupación categórica. Para realizar esto, el modelo 
aprende un vector de integración de tamaño embedding 
_dimension  para cada grupo, capturando las propiedad 
es comunes de todas las series de tiempo en el grupo. Un
embedding_dimension  mayor permite al modelo capturar 
más patrones complejos. Sin embargo, puesto que se ha 
aumentado embedding_dimension , se aumenta el número 
de parámetros en el modelo y se precisan más datos de 
capacitación para aprender con precisión estos parámetros. Los 
valores típicos para este parámetro se encuentran entre 10 y 
100.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

learning_rate La tasa de aprendizaje utilizada en la capacitación. Los valores 
típicos están comprometidos entre 1e-4 y 1e-1.

Opcional

Valores válidos: número flotante

Valor predeterminado: 1e-3
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Nombre del parámetro Descripción

likelihood El modelo genera una previsión de probabilidad y puede 
proporcionar cuantiles de la distribución y devolver muestras. 
En función de sus datos, seleccione una probabilidad apropiada 
(modelo de ruido) que se utilice para estimaciones de incertidu 
mbre. Pueden seleccionarse las siguientes probabilidades:

• gaussiano: usar para los datos de valor real.

• beta: usar para destinos de valor real entre 0 y 1 incluido.

• negativo-binomial: usar para los datos de recuento (números 
enteros no negativos).

• T de Student: una alternativa para los datos de valor real que 
funcionan bien con datos por ráfagas.

• L1 determinista: una función de pérdida que no calcula la 
incertidumbre y solo aprende una previsión de punto.

Opcional

Valores válidos: uno de entre los siguientes gaussiano, beta,
negativo-binomial, T de Student o L1 determinista.

Valor predeterminado: student-T

mini_batch_size El tamaño de los minilotes utilizados durante la capacitación. 
Los valores típicos están comprendidos entre 32 y 512.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 128
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Nombre del parámetro Descripción

num_cells El número de celdas que usar en cada capa oculta de la RNN. 
Los valores típicos están comprendidos entre 30 y 100.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 40

num_dynamic_feat El número de dynamic_feat  que se proporciona en 
los datos. Establezca esta opción en auto para deducir el 
número de características dinámicas de los datos. El modo
auto también funciona cuando no se utilizan características 
dinámicas en el conjunto de datos. Esta es la configuración 
recomendada para el parámetro.

Para obligar a que DeepAR no utilice características dinámicas 
, ni tan siquiera si están presentes en los datos, establezca
num_dynamic_feat  en ignore.

Para realizar la validación de datos adicionales, es posible 
establecer explícitamente este parámetro en el valor de número 
entero real. Por ejemplo, si se proporcionan dos características 
dinámicas, definimos este valor en 2.

Opcional

Valores válidos: auto, ignore, número entero positivo o 
cadena vacía

Valor predeterminado: auto
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Nombre del parámetro Descripción

num_eval_samples El número de muestras que se utilizan por serie temporal a la 
hora de calcular las métricas de precisión de las pruebas. Este 
parámetro no tiene ninguna influencia en la capacitación o en 
el modelo final. En particular, se puede consultar el modelo con 
un número diferente de muestras. Este parámetro solo afecta a 
las puntuaciones de precisión informadas en el canal de prueba 
después de la capacitación. Los valores más pequeños dan 
como resultado una evaluación más rápida, pero las puntuacio 
nes de evaluación suelen ser peores y más inciertas. Al evaluar 
con cuantiles mayores, por ejemplo 0,95, puede ser importante 
aumentar el número de muestras de evaluación.

Opcional

Valores válidos: número entero

Valor predeterminado: 100

num_layers El número de capas ocultas en la RNN. Los valores típicos 
están comprendidos entre 1 y 4.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 2

test_quantiles Cuantiles para los que se calcula la pérdida de cuantiles en el 
canal de prueba.

Opcional

Valores válidos: matriz de números flotantes

Valor predeterminado: [0,1, 0,2, 0,3, 0,4, 0,5, 0,6, 0,7, 0,8, 0,9]
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Ajustar un modelo DeepAR

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas calculadas por el algoritmo DeepAR

El algoritmo DeepAR notifica tres métricas, que se calculan durante la capacitación. Al ajustar un 
modelo, elija una de opciones como objetivo. Para el objetivo, utilice la precisión de previsión en un 
canal de prueba proporcionado (recomendado) o la pérdida de capacitación. Para recomendaciones 
para la división de capacitación/de pruebas para el algoritmo DeepAR, consulte  Prácticas 
recomendadas para utilizar el algoritmo DeepAR.

Nombre de métrica Descripción Dirección de 
optimización

test:RMSE La desviación cuadrática media entre la 
previsión y el destino real calculado en el 
conjunto de pruebas.

Minimizar

test:mean 
_wQuantileLoss

El promedio de pérdidas de cuantiles global 
calculado en el conjunto de pruebas. Para 
controlar qué cuantiles se utilizan, establezca el 
hiperparámetro test_quantiles .

Minimizar

train:fin 
al_loss

La pérdida de probabilidad de registro negativo 
de capacitación media en la última fecha de 
inicio de capacitación para el modelo.

Minimizar
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Hiperparámetros ajustables para el algoritmo DeepAR

Ajuste un modelo DeepAR con los siguientes hiperparámetros. Los hiperparámetros que tienen el 
mayor impacto, en orden de mayor a menor impacto, en métricas objetivas de DeepAR: epochs,
context_length, mini_batch_size, learning_rate y num_cells.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

epochs IntegerParameterRanges MinValue: 1, 
MaxValue: 1000

context_length IntegerParameterRanges MinValue: 1, 
MaxValue: 200

mini_batch_size IntegerParameterRanges MinValue: 32, 
MaxValue: 1028

learning_rate ContinuousParameterRange MinValue: 1e-5, 
MaxValue: 1e-1

num_cells IntegerParameterRanges MinValue: 30, 
MaxValue: 200

num_layers IntegerParameterRanges MinValue: 1, 
MaxValue: 8

dropout_rate ContinuousParameterRange MinValue: 0,00, 
MaxValue: 0,2

embedding 
_dimension

IntegerParameterRanges MinValue: 1, 
MaxValue: 50

Formatos de inferencia de DeepAR

Formatos de solicitud JSON de DeepAR

Consulte un modelo de capacitación mediante el punto de enlace del modelo. El punto de enlace 
toma el siguiente formato de solicitud JSON.
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En la solicitud, el campo instances se corresponde con la serie de tiempo que el modelo debe 
prever.

Si se ha realizado la capacitación del modelo con categorías, debe proporcionar el campo cat en 
cada instancia. Si se ha realizado la capacitación del modelo sin el campo cat, debe omitirse.

Si se ha capacitado el modelo con una serie temporal de característica personalizada 
(dynamic_feat), debe proporcionar el mismo número de valores dynamic_feat para 
cada instancia. Cada uno de ellos debe tener una longitud dada por length(target) + 
prediction_length, donde los últimos valores prediction_length corresponden a los 
puntos temporales en el futuro que se preverán. Si el modelo se capacitó sin serie temporal de 
características personalizada, el campo no debe incluirse en la solicitud.

{ 
    "instances": [ 
        { 
            "start": "2009-11-01 00:00:00", 
            "target": [4.0, 10.0, "NaN", 100.0, 113.0], 
            "cat": [0, 1], 
            "dynamic_feat": [[1.0, 1.1, 2.1, 0.5, 3.1, 4.1, 1.2, 5.0, ...]] 
        }, 
        { 
            "start": "2012-01-30", 
            "target": [1.0], 
            "cat": [2, 1], 
            "dynamic_feat": [[2.0, 3.1, 4.5, 1.5, 1.8, 3.2, 0.1, 3.0, ...]] 
        }, 
        { 
            "start": "1999-01-30", 
            "target": [2.0, 1.0], 
            "cat": [1, 3], 
            "dynamic_feat": [[1.0, 0.1, -2.5, 0.3, 2.0, -1.2, -0.1, -3.0, ...]] 
        } 
    ], 
    "configuration": { 
         "num_samples": 50, 
         "output_types": ["mean", "quantiles", "samples"], 
         "quantiles": ["0.5", "0.9"] 
    }
}
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El campo configuration es opcional. configuration.num_samples establece el 
número de rutas de muestra que el modelo genera para calcular la media y los cuantiles.
configuration.output_types describe la información que aparecerá en la solicitud. Los valores 
válidos son "mean", "quantiles" y "samples". Si especifica "quantiles", se devuelven los 
valores de los cuantiles en configuration.quantiles como series temporales. Si especifica
"samples", el modelo también devuelve las muestras sin procesar para calcular otras salidas.

Formatos de respuesta de JSON de DeepAR

A continuación se muestra el forma de una respuesta, en la que [...] son las matrices de números:

{ 
    "predictions": [ 
        { 
            "quantiles": { 
                "0.9": [...], 
                "0.5": [...] 
            }, 
            "samples": [...], 
            "mean": [...] 
        }, 
        { 
            "quantiles": { 
                "0.9": [...], 
                "0.5": [...] 
            }, 
            "samples": [...], 
            "mean": [...] 
        }, 
        { 
            "quantiles": { 
                "0.9": [...], 
                "0.5": [...] 
            }, 
            "samples": [...], 
            "mean": [...] 
        } 
    ]
}

DeepAR tiene un tiempo de espera de respuesta de 60 segundos. Cuando se transfieren varias 
series temporales en una única solicitud, las previsiones se generan de forma secuencial. Debido a 

Uso de algoritmos integrados 3059



Amazon SageMaker Guía para desarrolladores

que la previsión para cada serie temporal suele tardar aproximadamente 300 a 1000 milisegundos 
o más, según el tamaño del modelo, la transferencia de demasiadas series temporales en una sola 
solicitud puede provocar tiempos de espera. Es mejor enviar menos series temporales por solicitud 
y enviar más solicitudes. Dado que el algoritmo DeepAR utiliza varios procesos de trabajo por 
instancia, puede lograr un desempeño mucho mayor enviando varias solicitudes en paralelo.

De forma predeterminada, DeepAR utiliza un proceso de trabajo por CPU para realizar inferencias, si 
hay suficiente memoria por CPU. Si el modelo es grande y no hay memoria suficiente para ejecutar 
un modelo en cada CPU, el número de procesos de trabajo se reduce. Se puede sobrescribir 
el número de trabajadores que se utiliza para la inferencia si se usa la variable de entorno
MODEL_SERVER_WORKERS. Por ejemplo, configurando, MODEL_SERVER_WORKERS=1) al llamar a la 
API CreateModel de SageMaker.

Transformación por lotes con el algoritmo DeepAR

La previsión de DeepAR admite la obtención de inferencias mediante la transformación por lotes a 
partir de datos que utilizan el formato de líneas JSON. En este formato, cada registro se representa 
en una sola línea como un objeto JSON y las líneas están separadas por caracteres de línea nueva. 
El formato es idéntico al formato de líneas JSON utilizado para la capacitación de modelos. Para 
obtener información, consulte Interfaz de entrada/salida para el algoritmo DeepAR. Por ejemplo:

{"start": "2009-11-01 00:00:00", "target": [4.3, "NaN", 5.1, ...], "cat": [0, 1], 
 "dynamic_feat": [[1.1, 1.2, 0.5, ..]]}
{"start": "2012-01-30 00:00:00", "target": [1.0, -5.0, ...], "cat": [2, 3], 
 "dynamic_feat": [[1.1, 2.05, ...]]}
{"start": "1999-01-30 00:00:00", "target": [2.0, 1.0], "cat": [1, 4], "dynamic_feat": 
 [[1.3, 0.4]]}

Note

Al crear el trabajo de transformación con CreateTransformJob, establezca el valor
BatchStrategy en SingleRecord y establezca el valor SplitType en la configuración
TransformInput en Line, dado que los valores predeterminados actualmente provocan 
errores de tiempo de ejecución.

De forma similar al formato de solicitud de inferencia de punto de enlace alojado, los campos cat y
dynamic_feat para cada instancia son obligatorios si se cumplen las dos condiciones siguientes:
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• El modelo se capacita en un conjunto de datos que contiene los campos cat y dynamic_feat.

• Los valores cardinality y num_dynamic_feat correspondientes utilizados en el trabajo de 
capacitación no se establecen en "".

A diferencia de la inferencia de punto de enlace alojado, el campo de configuración se establece 
una vez para el trabajo de inferencia por lotes completo mediante una variable de entorno 
denominada DEEPAR_INFERENCE_CONFIG. El valor de DEEPAR_INFERENCE_CONFIG puede 
transmitirse cuando se crea el modelo llamando a la API CreateTransformJob. Si falta
DEEPAR_INFERENCE_CONFIG en el entorno del contenedor, el contenedor de inferencia utiliza el 
siguiente valor predeterminado:

{ 
    "num_samples": 100, 
    "output_types": ["mean", "quantiles"], 
    "quantiles": ["0.1", "0.2", "0.3", "0.4", "0.5", "0.6", "0.7", "0.8", "0.9"]
}

El resultado está también en formato de líneas JSON, con una línea por predicción, en un orden 
idéntico al orden de instancias en el archivo de entrada correspondiente. Las predicciones se 
codifican como objetos idénticos a los devueltos por respuestas en modo de inferencia online. Por 
ejemplo:

{ "quantiles": { "0.1": [...], "0.2": [...] }, "samples": [...], "mean": [...] }

Tenga en cuenta que, en la configuración TransformInput de la solicitud CreateTransformJob
de SageMaker, los clientes deben establecer de forma explícita el valor AssembleWith en Line, ya 
que el valor predeterminado None concatena todos los objetos JSON en la misma línea.

Por ejemplo, esta es una solicitud CreateTransformJob de SageMaker para un trabajo de 
DeepAR con un DEEPAR_INFERENCE_CONFIG personalizado:

{ 
   "BatchStrategy": "SingleRecord", 
   "Environment": {  
      "DEEPAR_INFERENCE_CONFIG" : "{ \"num_samples\": 200, \"output_types\": [\"mean
\"] }", 
      ... 
   }, 
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   "TransformInput": { 
      "SplitType": "Line", 
      ... 
   }, 
   "TransformOutput": {  
      "AssembleWith": "Line", 
      ... 
   }, 
   ...
}

Algoritmos integrados y sin supervisión de SageMaker

Amazon SageMaker proporciona distintos algoritmos integrados que se pueden usar para 
diversas tareas de aprendizaje no supervisado, como la agrupación en clústeres, la reducción de 
dimensiones, el reconocimiento de patrones y la detección de anomalías.

• Información de IP: aprende los patrones de uso de las direcciones IPv4. Está diseñado para 
capturar asociaciones entre las direcciones IPv4 y diversas entidades, como ID de usuario o 
números de cuenta.

• Algoritmo k-means: busca agrupaciones discretas dentro de datos; en estas, los miembros de un 
mismo grupo tienen el mayor grado de similitud posible entre sí, pero el menor grado de similitud 
posible con respecto a los miembros de otros grupos.

• Algoritmo de análisis de componente principal (PCA): reduce la dimensionalidad (número de 
características) dentro de un conjunto de datos mediante la proyección de puntos de datos en 
los primeros componentes principales. El objetivo es retener la mayor cantidad de información o 
variación posible. Para los matemáticos, los componentes principales son los vectores propios de 
la matriz de covarianza de los datos.

• Algoritmo de bosque de corte aleatorio (RCF): detecta puntos de datos anómalos dentro de un 
conjunto de datos divergente con respecto a datos que, por todo lo demás, tienen un buen nivel de 
organización o uniformidad.
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

Informaci 
ón de IP

capacitac 
ión y 
validación 
(opcional)

Archivos CSV CPU o 
GPU

Sí

K-Means capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU o 
GPUCommon 
(disposit 
ivo de 
GPU único 
en una 
o varias 
instancias)

No

PCA capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

GPU o 
CPU

Sí

Bosque 
de corte 
aleatorio

capacitac 
ión y 
prueba 
(opcional)

Archivo o 
canalizac 
ión

recordIO- 
protobuf o 
CSV

CPU Sí

Información de IP

Amazon SageMaker IP Insights es un algoritmo de aprendizaje no supervisado que aprende los 
patrones de uso de direcciones IPv4. Está diseñado para capturar asociaciones entre las direcciones 
IPv4 y diversas entidades, como ID de usuario o números de cuenta. Puede utilizarlo para identificar 
a un usuario que intenta iniciar sesión en un servicio web desde una dirección IP anómala, por 
ejemplo. O bien, puede utilizarlo para identificar una cuenta que está intentando crear recursos 
informáticos desde una dirección IP inusual. Los modelos de información IP entrenados se pueden 

Uso de algoritmos integrados 3063



Amazon SageMaker Guía para desarrolladores

alojar en un punto de enlace para realizar predicciones en tiempo real o se pueden utilizar para 
procesar transformaciones por lotes.

SageMaker IP incorpora datos históricos como pares (entidad, dirección IPv4) y aprende los patrones 
de uso IP de cada entidad. Cuando se consulta con un evento (entidad, IPv4, Dirección), un modelo 
de SageMaker IP Insights devuelve una puntuación que determina el grado de anomalía del patrón 
del evento. Por ejemplo, cuando un usuario intenta iniciar sesión desde una dirección IP, si la 
puntuación de Información IP es lo suficientemente alta, un servidor de inicio de sesión web podría 
decidir activar un sistema de Multi-Factor Authentication. En las soluciones más avanzadas, puede 
enviar la puntuación de Información IP a otro modelo de machine learning. Por ejemplo, puede 
combinar la puntuación de Información IP con otras características para clasificar los resultados de 
otro sistema de seguridad, como los de Amazon GuardDuty.

El algoritmo SageMaker IP Insights también puede aprender representaciones vectoriales de 
direcciones IP, lo que se conoce como incrustaciones. Puede utilizar incrustaciones con codificación 
del vector como características en tareas de machine learning posteriores que usan la información 
observada en las direcciones IP. Por ejemplo, puede utilizarlas en tareas como medir similitudes 
entre las direcciones IP en tareas de clustering y visualización.

Temas

• Interfaz de entrada/salida para el algoritmo Información IP

• Recomendación de instancia EC2 para el algoritmo de Información IP

• Cuadernos de ejemplo de Información IP

• Cómo funciona Información IP

• Hiperparámetros de Información IP

• Ajustar un Modelo de Información IP

• Formatos de datos de Información IP

Interfaz de entrada/salida para el algoritmo Información IP

Entrenamiento y validación

El algoritmo de SageMaker IP Insights admite los canales de datos de entrenamiento y validación. 
Utiliza la el canal de validación para calcular un resultado de área bajo curva (AUC) en una estrategia 
de muestreo negativo predefinida. La métrica AUC valida la eficacia del modelo para discriminar 
entre muestras positivas y negativas. Los tipos de contenido de datos de capacitación y validación 
tienen que estar en formato text/csv. La primera columna de los datos CSV es una cadena opaca 
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que proporciona un identificador único para la entidad. La segunda columna es una dirección IPv4 
en formato decimal con punto. Información IP actualmente solo admite el modo de Archivo. Para 
obtener más información y ejemplos, consulte Formatos de datos de capacitación de Información IP.

Inferencia

Para inferencia, Información IP admite los tipos de contenido de datos text/csv, application/
json y application/jsonlines. Para obtener más información acerca de los formatos de datos 
comunes para inferencia que proporciona SageMaker, consulte Formatos de datos comunes para 
la inferencia. La inferencia de Información IP devuelve un resultado con formato application/
json o application/jsonlines. Cada uno de los registros de los datos de salida contienen 
las correspondientes dot_product (o puntuación de compatibilidad) para cada punto de datos de 
entrada. Para obtener más información y ejemplos, consulte Formatos de datos de inferencia de 
Información IP.

Recomendación de instancia EC2 para el algoritmo de Información IP

El algoritmo SageMaker IP Insights se puede ejecutar en las instancias de GPU y de CPU. Para 
trabajos de capacitación, le recomendamos que utilice las instancias de GPU. Sin embargo, para 
determinadas cargas de trabajo con grandes conjuntos de datos de capacitación, las instancias de 
CPU distribuidas podrían reducir los costos de capacitación. Se recomiendan las instancias de CPU 
para inferencia. IP Insights es compatible con las familias de GPU P2, P3, G4dn y G5.

Instancias GPU para el algoritmo de Información IP

Información IP admite todas las GPUs disponibles. Si necesita acelerar la capacitación, le 
recomendamos que comience con una sola instancia de GPU, como ml.p3.2xlarge y, a continuación, 
cambiar a un entorno multi-GPU, como ml.p3.8xlarge y ml.p3.16xlarge. Multi-GPUs dividen 
automáticamente los mini lotes de datos de capacitación entre sí mismos. Si cambia de una única 
GPU a varias GPU, mini_batch_size se divide por igual entre el número de GPU utilizadas. Es 
posible que desee aumentar el valor del mini_batch_size para compensarlo.

Instancias CPU para el algoritmo Información IP

El tipo de instancia de CPU que le recomendamos depende en gran medida de la memoria 
disponible de la instancia y el tamaño del modelo. El tamaño del modelo se determina en función 
de dos hiperparámetros: vector_dim y num_entity_vectors. El tamaño de modelo máximo 
soportado es 8 GB. En la siguiente tabla se muestran los tipos de instancias EC2 típicos que 
implementaría en función de estos parámetros de entrada para distintos tamaños de modelo. En la 
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tabla 1, el valor de vector_dim en la primera columna va desde 32 hasta 2048 y los valores de
num_entity_vectors en la primera fila, de 10 000 a 50 000 000.

vector_di 
m  \
num_entit 
y_vectors

.

10 000 50 000 100 000 500.000 1 000 000 5,000,000 10 000 00050,000,00 
0

32 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.xla 
rge

ml.m5.2xl 
arge

ml.m5.4xl 
arge

64 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.2xl 
arge

ml.m5.2xl 
arge

 

128 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.2xl 
arge

ml.m5.4xl 
arge

 

256 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.xla 
rge

ml.m5.4xl 
arge

   

512 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.2xl 
arge

     

1024 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.xla 
rge

ml.m5.4xl 
arge

     

2048 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.xla 
rge

ml.m5.xla 
rge

       

Los valores de los hiperparámetros mini_batch_size, num_ip_encoder_layers,
random_negative_sampling_rate y shuffled_negative_sampling_rate afectan a la 
cantidad de memoria necesaria. Si estos valores son altos, es posible que necesite utilizar un tipo de 
instancia mayor de lo habitual.

Cuadernos de ejemplo de Información IP

Si desea ver un cuaderno de muestra y descubrir cómo entrenar al algoritmo SageMaker IP Insights 
y cómo hacer inferencias con él, consulte An Introduction to the SageMakerIP Insights Algorithm. 
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Para obtener instrucciones sobre cómo crear instancias de cuadernos de Jupyter que pueda utilizar 
para ejecutar el ejemplo en SageMaker, consulte Instancias de Amazon SageMaker Notebook. 
Después de crear una instancia de cuaderno, elija la pestaña Ejemplos de SageMaker para ver una 
lista de todos los ejemplos de SageMaker. Para abrir un bloc de notas, elija su pestaña Use (Usar) y 
elija Create copy (Crear copia).

Cómo funciona Información IP

Amazon SageMaker IP Insights es un algoritmo no supervisado que consume datos observados en 
forma de pares (entidad, dirección IPv4) y que asocia entidades con direcciones IP. Información IP 
determina qué probabilidades hay de que una entidad utilice una determinada dirección IP mediante 
el aprendizaje de las representaciones vectoriales latentes para ambas partes y direcciones IP. La 
distancia entre estas dos representaciones puede servir como factor para determinar la probabilidad 
de esta asociación.

El algoritmo Información IP utiliza una red neuronal latente para conocer las representaciones 
vectoriales latentes para las entidades y las direcciones IP. Las entidades son en primer lugar 
formuladas con hash a un espacio de hash amplio pero fijo y, a continuación, son codificadas por una 
capa de integración sencilla. Las cadenas de caracteres como nombres de usuario o IDs de cuenta 
pueden enviarse directamente a la Información IP tal y como aparecen en archivos de registro. 
No es necesario volver a procesar los datos para la entidad identificadores. Puede proporcionar 
entidades como un valor de cadena arbitrario durante tareas de capacitación e inferencia. El tamaño 
del hash se debe configurar con un valor que sea lo suficientemente alto como para garantizar que 
el número de colisiones, que se producen cuando entidades diferentes se asignan al mismo vector 
latente, siga siendo insignificante. Para obtener más información acerca de cómo seleccionar los 
tamaños de hash adecuados, consulte Función de hash para aprendizaje multitarea a gran escala. 
Para representar las direcciones IP, por otro lado, Información IP utiliza una red de codificador 
especialmente diseñado para representar de forma única cada posible dirección IPv4 mediante la 
explotación de la estructura de prefijo de direcciones IP.

Durante la capacitación, Información IP genera automáticamente muestras negativas emparejando 
aleatoriamente entidades y direcciones IP. Estas muestras negativas representan datos que es 
menos probable que se producen en realidad. El modelo se capacita para distinguir entre muestras 
positivas que son observadas en los datos de capacitación y estas muestras negativas generadas. 
En concreto, el modelo es capacitado para minimizar la entropía cruzada, que también se conoce 
como pérdida de registro, definido como se indica a continuación:
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yn es la etiqueta que indica si la muestra procede de la distribución real que controla los datos 
observados (yn=1) o de la distribución que genera muestras negativas (yn=0). pn es la probabilidad 
de que la muestra sea de la distribución real, tal como lo predice el modelo.

La generación de muestras negativas es un importante proceso que se utiliza para conseguir un 
modelo preciso de los datos observados. Si las muestras negativas son muy poco probables, 
por ejemplo, si todas las direcciones IP en muestras negativas son 10.0.0.0, entonces el modelo 
aprende trivialmente a distinguir muestras negativas y no consigue a caracterizar con exactitud 
el conjunto de datos realmente observado. Para mantener muestras negativas más realistas, 
Información IP genera muestras negativas de forma aleatoria generando las direcciones IP y de 
forma aleatoria eligiendo direcciones IP de datos de capacitación. Puede configurar el tipo de 
muestreo negativo y la velocidad a la que se generan muestras negativas con los hiperparámetros
random_negative_sampling_rate y shuffled_negative_sampling_rate.

Dada una entidad/par de dirección IP número n, el modelo de IP Insights genera una puntuación, 
Sn, que indica el grado de compatibilidad de la entidad con la dirección IP. Esta puntuación se 
corresponde con la probabilidad de registro para una determinada (entidad, dirección IP) del par 
procedente de una distribución real en comparación con las procedentes de una distribución 
negativa. Se define de la siguiente manera:

La puntuación es básicamente una medida de la similitud entre las representaciones vectoriales 
de la entidad enésima y la dirección IP. Se puede interpretar como cuánto más probable sería 
observar este evento en realidad que en un conjunto de datos generado de forma aleatoria. Durante 
el entrenamiento, el algoritmo utiliza esta puntuación para calcular una estimación de la probabilidad 
de una muestra procedente de la distribución real, pn, para el uso en la minimización de entropía 
cruzada.
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Hiperparámetros de Información IP

En la solicitud CreateTransformJob, especifique el algoritmo de capacitación. También puede 
especificar hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En 
la siguiente tabla se muestran los hiperparámetros para el algoritmo Información IP de Amazon 
SageMaker.

Nombre del parámetro Descripción

num_entity_vectors El número de representaciones vectoriales de entidad 
(vectores de integración de entidad) a capacitar. Cada 
entidad del conjunto de capacitación se asigna de 
manera aleatoria a una de estos vectores mediante una 
función hash. Debido a las colisiones hash, es posible 
tener varias entidades asignadas al mismo vector. Esto 
podría hacer que el mismo vector represente varias 
entidades. Esto, por lo general, tiene una incidencia 
insignificante sobre el rendimiento del modelo, en la 
medida en que la tasa de colisión no sea demasiado 
grave. Para mantener la tasa de colisión baja, defina 
este valor tan alto como sea posible. Sin embargo, 
el tamaño del modelo y, por lo tanto, el requisito de 
memoria, tanto para la capacitación como para la 
inferencia, escala linealmente con este hiperparámetro. 
Le recomendamos que establezca este valor en el doble 
del número de identificadores de entidad únicos.

Obligatorio

Valores válidos: 1 ≤ entero positivo ≤ 250 000 000

vector_dim El tamaño de vectores de integración para represent 
ar entidades y direcciones IP. Cuanto más elevado sea 
el valor, más información se puede codificar mediante 
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Nombre del parámetro Descripción

estas representaciones. En la práctica, el tamaño del 
modelo aumenta de forma lineal con este parámetro 
y limita el tamaño de la dimensión. Además, el uso 
de representaciones vectoriales que son demasiado 
grandes puede provocar que el modelo sea excesivo, 
especialmente para conjuntos de datos de capacitac 
ión pequeños. El sobreajuste se produce cuando un 
modelo no aprende ningún patrón en los datos sino que 
memoriza de manera eficaz los datos de capacitación 
y, por lo tanto, no puede generalizar bien y presenta 
un rendimiento deficiente durante la inferencia. El valor 
recomendado es 128.

Obligatorio

Valores válidos: 4 ≤ entero positivo ≤ 4096

batch_metrics_publ 
ish_interval

El intervalo (cada X lotes) en el que la función Apache 
MXNet Speedometer imprime la velocidad de capacitac 
ión la red (muestras/segundo).

Opcional

Valores válidos: entero positivo ≥ 1

Valor predeterminado: 1,000

epochs El número máximo de pases sobre los datos de 
capacitación. El valor óptimo depende del tamaño de 
los datos y de la tasa de aprendizaje. Los valores típicos 
están comprendidos entre 5 y 100.

Opcional

Valores válidos: entero positivo ≥ 1

Valor predeterminado: 10
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Nombre del parámetro Descripción

learning_rate La tasa de aprendizaje para el optimizador. Informaci 
ón IP utiliza un optimizador Adam basado en descenso 
de gradiente. La tasa de aprendizaje controla de 
forma eficaz el tamaño de paso para actualizar los 
parámetros del modelo en cada iteración. Una tasa de 
aprendizaje demasiado elevada puede provocar que 
el modelo diverja porque es probable que la capacitac 
ión sobrepase un mínimo. Por otra parte, una tasa de 
aprendizaje demasiado pequeña ralentiza la convergen 
cia. Los valores típicos están comprometidos entre 1e-4 
y 1e-1.

Opcional

Valores válidos: 1e-6 ≤ flotante ≤ 10,0

Valor predeterminado: 0.001

mini_batch_size El número de ejemplos en cada mini lote. El procedimi 
ento de capacitación procesa los datos en mini lotes. 
El valor óptimo depende del número de identificadores 
de cuenta exclusivo del conjunto de datos. En general, 
cuanto mayor sea el mini_batch_size , más rápida 
será la capacitación y mayor será el número de posibles 
combinaciones de muestra negativa desordenada. 
Sin embargo, con un gran mini_batch_size , la 
capacitación es más probable que converja en un 
mínimo local deficiente y que funcione relativamente 
peor para realizar inferencias.

Opcional

Valores válidos: 1 ≤ entero positivo ≤ 500 000

Valor predeterminado: 10,000
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Nombre del parámetro Descripción

num_ip_encoder_layers El número de capas totalmente conectadas que se 
emplea para codificar la integración de dirección IP. 
Cuanto mayor sea el número de capas, mayor será 
la capacidad del modelo para capturar patrones entre 
direcciones IP. Sin embargo, con un gran número de 
capas aumenta el riesgo de sobreajuste.

Opcional

Valores válidos: 0 ≤ entero positivo ≤ 100

Valor predeterminado: 1

random_negative_sa 
mpling_rate

El número de muestras negativas aleatorias, R, para 
generar por ejemplo de entrada. El procedimiento de 
capacitación se basa en muestras negativas para evitar 
que las representaciones vectoriales del modelo se 
colapsen en un único punto. El muestreo negativo 
aleatorio genera R direcciones IP aleatorias para 
cada cuenta de entrada en el mini lote. La suma de 
la random_negative_sampling_rate  (R) y la
shuffled_negative_sampling_rate  (S) debe 
estar en el intervalo 1 ≤ R + S ≤ 500.

Opcional

Valores válidos: 0 ≤ entero positivo ≤ 500

Valor predeterminado: 1
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Nombre del parámetro Descripción

shuffled_negative_ 
sampling_rate

El número de muestras negativas desordenadas, S, 
para generar por ejemplo de entrada. En algunos casos, 
resulta útil utilizar muestras negativas más realistas 
que son recogidas de forma aleatoria de los propios 
datos de capacitación. Este tipo de muestreo negativo 
se consigue mezclando los datos dentro de un mini 
lote. El muestreo negativo desordenado genera S 
direcciones IP negativas mezclando la dirección IP y 
los pares de cuenta dentro de un mini lote. La suma de 
la random_negative_sampling_rate  (R) y la
shuffled_negative_sampling_rate  (S) debe 
estar en el intervalo 1 ≤ R + S ≤ 500.

Opcional

Valores válidos: 0 ≤ entero positivo ≤ 500

Valor predeterminado: 1

weight_decay El coeficiente de degradación de ponderación. Este 
parámetro añade un factor de regularización L2 que se 
requiere para evitar el modelo del sobreajuste de los 
datos de capacitación.

Opcional

Valores válidos: 0,0 ≤ flotante ≤ 10,0

Valor predeterminado: 0.00001

Ajustar un Modelo de Información IP

Ajuste de modelo automático, también llamado ajuste de hiperparámetro, encuentra la mejor versión 
de un modelo ejecutando muchas tareas que prueban una serie de hiperparámetros en su conjunto 
de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores para cada 
uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que el algoritmo 
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computa. El ajuste de modelo automático busca los hiperparámetros elegidos para encontrar la 
combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Las métricas computadas por el Algoritmo de Información IP

El algoritmo Amazon SageMaker IP Insights es un algoritmo de aprendizaje no supervisado 
que aprende asociaciones entre direcciones IP y entidades. El algoritmo capacita a un modelo 
discriminador, que aprende a separar puntos de datos observados (muestraspositivas) de puntos 
de datos generados de forma aleatoria (muestrasnegativas). El ajuste de modelo automático en 
Información IP le ayuda a encontrar el modelo que puede distinguir con mayor precisión entre datos 
de validación no etiquetados y muestras negativas generadas automáticamente. La precisión del 
modelo en el conjunto de datos de validación se mide mediante el área bajo la curva Receiver 
Operating Characteristic. Esta métrica validation:discriminator_auc puede tomar valores 
entre 0,0 y 1,0, donde 1,0 indica precisión perfecta.

El algoritmo IP Información calcula una métrica validation:discriminator_auc durante 
la validación, el valor que se utiliza como la función objetiva para optimizar para ajuste del 
hiperparámetro.

Nombre de métrica Descripción Dirección de 
optimización

validatio 
n:discrim 
inator_auc

Área bajo la curva Receiver Operating 
Characteristic en el conjunto de datos de 
validación. El conjunto de datos de validació 
n no está etiquetado. Area Under the Curve 
(AUC) es una métrica que describe la 
capacidad del modelo para distinguir puntos 
de datos de validación de puntos de datos 
generados de forma aleatoria.

Maximizar

Hiperparámetros de Información IP ajustables

Puede ajustar los siguientes hiperparámetros para el algoritmo SageMaker IP Insights.
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

epochs IntegerParameterRange MinValue: 1, 
MaxValue: 100

learning_rate ContinuousParameterRange MinValue: 1e-4, 
MaxValue: 0.1

mini_batch_size IntegerParameterRanges MinValue: 100, 
MaxValue: 50000

num_entit 
y_vectors

IntegerParameterRanges MinValue: 10000, 
MaxValue: 1000000

num_ip_en 
coder_layers

IntegerParameterRanges MinValue: 1, 
MaxValue: 10

random_ne 
gative_sa 
mpling_rate

IntegerParameterRanges MinValue: 0, 
MaxValue: 10

shuffled_ 
negative_ 
sampling_rate

IntegerParameterRanges MinValue: 0, 
MaxValue: 10

vector_dim IntegerParameterRanges MinValue: 8, 
MaxValue: 256

weight_decay ContinuousParameterRange MinValue: 0,0, 
MaxValue: 1,0

Formatos de datos de Información IP

En esta sección se proporcionan ejemplos de los formatos de datos de entrada y salida disponibles 
que utiliza el algoritmo Información IP durante la capacitación y la inferencia.

Temas
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• Formatos de datos de capacitación de Información IP

• Formatos de datos de inferencia de Información IP

Formatos de datos de capacitación de Información IP

Lo que sigue son los formatos de entrada de datos disponibles para el algoritmo IP Insights. Los 
algoritmos integrados de Amazon SageMaker siguen el formato de entrenamiento de entrada 
común descrito en Formatos de datos comunes para la capacitación. Sin embargo, el algoritmo de 
SageMaker IP Insights actualmente admite únicamente el formato de entrada de datos CSV.

Formatos de entrada de datos de capacitación de Información IP

INPUT: CSV

El archivo CSV debe tener dos columnas. La primera columna es una cadena opaca que 
corresponde a un identificador único de la entidad. La segunda columna es la dirección IPv4 del 
evento de acceso de la entidad en formato decimal con punto.

content-type: text/csv

entity_id_1, 192.168.1.2
entity_id_2, 10.10.1.2

Formatos de datos de inferencia de Información IP

Lo que sigue son los formatos de entrada y salida disponibles para el algoritmo IP Insights. Los 
algoritmos integrados de Amazon SageMaker siguen el formato de inferencia de entrada común 
descrito en Formatos de datos comunes para la inferencia. Sin embargo, el algoritmo de SageMaker 
IP Insights actualmente no admite el formato RecordIO.

Formatos de solicitud de entrada de Información IP

INPUT: Formato CSV

El archivo CSV debe tener dos columnas. La primera columna es una cadena opaca que 
corresponde a un identificador único de la entidad. La segunda columna es la dirección IPv4 del 
evento de acceso de la entidad en formato decimal con punto.

content-type: text/csv
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entity_id_1, 192.168.1.2
entity_id_2, 10.10.1.2

INPUT: Formato JSON

Los datos JSON se puede proporcionar en diferentes formatos. IP Insights sigue los formatos 
SageMaker comunes. Para obtener más información sobre los formatos de inferencia, consulte
Formatos de datos comunes para la inferencia.

content-type: application/json

{ 
  "instances": [ 
    {"data": {"features": {"values": ["entity_id_1", "192.168.1.2"]}}}, 
    {"features": ["entity_id_2", "10.10.1.2"]} 
  ]
}

INPUT: Formato JSONLINES

El tipo de contenido JSON Lines es útil para la ejecución de los trabajos de transformación por lotes. 
Para obtener más información sobre formatos de inferencia de SageMaker, consulte Formatos de 
datos comunes para la inferencia. Para obtener más información sobre la ejecución de los trabajos 
de transformación por lotes, consulte Utilice la transformación por lotes.

content-type: application/jsonlines

{"data": {"features": {"values": ["entity_id_1", "192.168.1.2"]}}},
{"features": ["entity_id_2", "10.10.1.2"]}]

Formatos de respuesta de salida de Información IP

SALIDA: Formato de respuesta JSON

La salida predeterminada del algoritmo SageMaker IP Insights es el dot_product entre la entidad 
de entrada y la dirección IP. El dot_product indica el grado de compatibilidad de la entidad y dirección 
IP según lo determina el modelo. El dot_product es ilimitado. Para realizar predicciones sobre 
si un evento es anómalo, debe establecer un umbral basado en función de su distribución definida. 
Para obtener información sobre cómo utilizar el dot_product para la detección de anomalías, 
consulte An Introduction to the SageMakerIP Insights Algorithm.
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accept: application/json

{ 
  "predictions": [ 
    {"dot_product": 0.0}, 
    {"dot_product": 2.0} 
  ]
}

Los usuarios avanzados pueden acceder a la entidad aprendida del modelo e incrustaciones IP 
proporcionando el parámetro de tipo de contenido adicional verbose=True en el encabezado 
Aceptar. Puede utilizar entity_embedding e ip_embedding para la depuración, visualización y 
comprensión del modelo. Además, puede utilizar estas incrustaciones en otras técnicas de machine 
learning, como clasificación clustering.

accept: application/json;verbose=True

{ 
  "predictions": [ 
    { 
        "dot_product": 0.0, 
        "entity_embedding": [1.0, 0.0, 0.0], 
        "ip_embedding": [0.0, 1.0, 0.0] 
    }, 
    { 
        "dot_product": 2.0, 
        "entity_embedding": [1.0, 0.0, 1.0], 
        "ip_embedding": [1.0, 0.0, 1.0] 
    } 
  ]
}

SALIDA: Formato de respuesta JSONLINES

accept: application/jsonlines

{"dot_product": 0.0}
{"dot_product": 2.0}

accept: application/jsonlines; verbose=True
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{"dot_product": 0.0, "entity_embedding": [1.0, 0.0, 0.0], "ip_embedding": [0.0, 1.0, 
 0.0]}
{"dot_product": 2.0, "entity_embedding": [1.0, 0.0, 1.0], "ip_embedding": [1.0, 0.0, 
 1.0]}

Algoritmo k-means

k-means es un algoritmo de aprendizaje sin supervisar. Si intenta buscar agrupaciones discretas 
dentro de datos, en las que los miembros de un grupo son lo más parecido posible que otro y lo 
más diferente posible de los miembros de otros grupos. Puede definir los atributos que quiera que el 
algoritmo utilice para determinar la similaridad.

Amazon SageMaker utiliza una versión modificada del algoritmo de agrupación en clústeres K-Means 
a escala web. En comparación con la versión original del algoritmo, la versión que utiliza Amazon 
SageMaker es más precisa. Al igual que el algoritmo original, se escala a los conjuntos de datos 
masivos y ofrece mejoras en tiempo de capacitación. Para ello, la versión utilizada por Amazon 
SageMaker transmite minilotes (subredes pequeñas y aleatorias) de los datos de entrenamiento. 
Para obtener más información sobre k-means de minilotes, consulte Web-scale k-means Clustering.

El algoritmo k-means espera datos tabulares, en los que las filas representan las observaciones 
que desea en el clúster y las columnas los atributos de las observaciones. Los atributos n de 
cada fila representan un punto en el espacio dimensional n. La distancia euclidiana entre estos 
puntos representa la similaridad de las observaciones correspondientes. El algoritmo agrupa 
las observaciones con los valores de atributos similares (los puntos correspondientes a estas 
observaciones están más próximos). Para obtener más información sobre cómo funciona K-Means 
en Amazon SageMaker, consulte Funcionamiento de la agrupación en clústeres de k-means.

Temas

• Interfaz de entrada/salida para el algoritmo k-Means

• Recomendación de instancia EC2 para el algoritmo k-Means

• Cuadernos de ejemplo de K-Means

• Funcionamiento de la agrupación en clústeres de k-means

• Hiperparámetros de k-means

• Ajuste de un modelo k-Means

• Formatos de respuesta de k-means
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Interfaz de entrada/salida para el algoritmo k-Means

Para capacitación, el algoritmo k-means espera que se proporcionen datos en el canal capacitación
(recomendado S3DataDistributionType=ShardedByS3Key), con un canal de prueba opcional 
(recomendado S3DataDistributionType=FullyReplicated) en el que puntuar los datos. 
Tanto el formato recordIO-wrapped-protobuf como CSV son compatibles con la capacitación. 
Puede usar el modo de archivo o el modo de canalización para capacitar modelos con datos con 
formato recordIO-wrapped-protobuf o CSV.

Para la inferencia, se admite text/csv, application/json y application/x-recordio-
protobuf. k-means devuelve una closest_cluster etiqueta y distance_to_cluster para 
cada observación.

Para obtener más información sobre los formatos de archivo de entrada y salida, consulte Formatos 
de respuesta de k-means para inferencia y Cuadernos de ejemplo de K-Means. El algoritmo k-means 
no es compatible con la capacitación de varias instancias, en la que el conjunto de capacitación se 
compone de “bolsas” etiquetadas, cada una de las cuales es un conjunto de instancias sin etiquetar.

Recomendación de instancia EC2 para el algoritmo k-Means

Recomendamos k-means de capacitación en las instancias de la CPU. Puede realizar el 
entrenamiento en las instancias de la GPU, pero debe limitar el entrenamiento con GPU a las 
instancias de una GPU (como ml.g4dn.xlarge), ya que solo se utiliza una GPU por instancia. El 
algoritmo K-Means admite las instancias P2, P3, G4dn y G5 para el entrenamiento y la inferencia.

Cuadernos de ejemplo de K-Means

Si desea ver un cuaderno de muestra que utiliza el algoritmo K-Means de SageMaker para 
segmentar la población de condados en los Estados Unidos por atributos identificados con análisis 
de componente de principio, consulte Analyze US census data for population segmentation using 
Amazon SageMaker. Para obtener instrucciones sobre cómo crear instancias de cuadernos 
de Jupyter que pueda utilizar para ejecutar el ejemplo en SageMaker, consulte Instancias de 
Amazon SageMaker Notebook. Una vez que haya creado una instancia de cuaderno y la haya 
abierto, seleccione la pestaña Ejemplos de SageMaker para ver una lista de todas las muestras de 
SageMaker. Para abrir un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy 
(Crear copia).

Funcionamiento de la agrupación en clústeres de k-means

K-means es una algoritmo que realiza la capacitación de un modelo que agrupa objetos similares. El 
algoritmo k-means lo logra estableciendo la correspondencia de cada observación en el conjunto de 
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datos de entrada con un punto en el espacio dimensional n (donde n es el número de atributos de la 
observación). Por ejemplo, sus conjuntos de datos pueden contener observaciones de temperatura y 
humedad en una ubicación determinada, que se mapea a puntos (t, h) en un espacio bidimensional.

Note

Los algoritmos de agrupación en clústeres no se supervisan. En el aprendizaje no 
supervisado, no se utilizan las etiquetas que pueden asociarse a los objetos en el conjunto 
de datos de capacitación. Para obtener más información, consulte Aprendizaje no 
supervisado.

En la agrupación en clústeres de k-means, cada clúster dispone de un centro. Durante la 
capacitación de modelos, el algoritmo k-means utiliza la distancia del punto que se corresponde con 
cada observación en el conjunto de datos en los centros del clúster como base de la agrupación en 
clústeres. Usted elige el número de clústeres (k) a crear.

Por ejemplo, suponga que desea crear un modelo para reconocer dígitos escritos a mano y que 
elige el conjunto de datos MNIST para la capacitación. El conjunto de datos proporciona miles de 
imágenes de dígitos escritos a mano (de 0 a 9). En este ejemplo, puede optar por crear 10 clústeres, 
uno para cada dígito (0, 1, …, 9). Como parte de la capacitación de modelos, el algoritmo k-means 
agrupa las imágenes de entrada en 10 clústeres.

Cada imagen del conjunto de datos MNIST es una imagen de 28x28 píxeles, con un total de 
784 píxeles. Cada imagen se corresponde con un punto en un espacio de 784 dimensiones, similar 
a un punto en un espacio bidimensional (x,y). Para buscar un clúster al que pertenece un punto, 
el algoritmo k-means busca la distancia de ese punto a partir de todos los centros del clúster. A 
continuación, elige el clúster con el centro más próximo como el clúster al que pertenece la imagen.

Note

Amazon SageMaker utiliza una versión personalizada del algoritmo, donde, en lugar de 
especificar que el algoritmo crea k clústeres, usted puede elegir mejorar la precisión del 
modelo especificando centros de clústeres adicionales (K = k*x). Sin embargo, el algoritmo 
los reduce en última estancia a k clústeres.
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En SageMaker, especifique el número de clústeres cuando cree un trabajo de entrenamiento. 
Para obtener más información, consulte CreateTrainingJob. En el cuerpo de la solicitud, 
agregue la asignación de la cadena HyperParameters para especificar las cadenas k y
extra_center_factor.

A continuación, se muestra un resumen de cómo funciona K-Means para el entrenamiento de 
modelos en SageMaker:

1. Determina los centros iniciales del clúster K.

Note

En los siguientes temas, los clústeres K hacen referencia a k * x, donde especifica k y x
cuando se crea un trabajo de capacitación de modelo.

2. Realiza la iteración a través de datos de capacitación de entrada y recalcula los centros de clúster.

3. Reduce los clústeres resultantes a k (si el analista de datos especificó la creación de clústeres k*x
en la solicitud).

Las siguientes secciones también explican algunos de los parámetros que un analista de datos 
puede especificar para configurar un trabajo de capacitación de modelos como parte de la 
asignación de cadenas HyperParameters.

Temas

• Paso 1: Determinar los centros iniciales del clúster

• Paso 2: Iterar a través de conjuntos de datos de capacitación y calcular los centros del clúster

• Paso 3: Reducir los clústeres de K a k

Paso 1: Determinar los centros iniciales del clúster

Cuando utilice K-Means en SageMaker, los centros de clústeres iniciales se seleccionarán a partir 
de las observaciones en un lote pequeño y con una muestra aleatoria. Elija una de las siguientes 
estrategias para determinar cómo se seleccionan estos centros iniciales del clúster:

• El método aleatorio: elija de forma aleatoria K observaciones en su conjunto de datos de entrada 
como centros de clústeres. Por ejemplo, puede optar por elegir un centro del clúster que señale 
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a un espacio de 784 dimensiones que se corresponda con cualquiera de las 10 imágenes en el 
conjunto de datos de capacitación de MNIST.

• El enfoque k-means++, que funciona de la siguiente forma:

1. Comience por un clúster y determine su centro. Puede seleccionar aleatoriamente una 
observación desde el conjunto de datos de capacitación y utilizar el punto correspondiente a la 
observación como el centro del clúster. Por ejemplo, en el conjunto de datos MNIST, elija de 
forma aleatoria una imagen de dígito escrita a mano. A continuación, elija el punto en el espacio 
de 784 dimensiones que se corresponde con la imagen como centro del clúster. Este es el 
centro del clúster 1.

2. Determine el centro del clúster 2. En las observaciones restantes del conjunto de datos de 
capacitación, seleccione una observación al azar. Elija una que sea distinta de la seleccionada 
anteriormente. Esta observación se corresponde con un punto que está alejado del centro 
del clúster 1. Utilice el conjunto de datos MNIST como ejemplo para realizar el siguiente 
procedimiento:

• Para cada imagen restante, busque la distancia del punto correspondiente del centro del 
clúster 1. Cuadre la distancia y asigne una probabilidad que sea proporcionar al cuadrado de 
la distancia. De esa forma, una imagen distinta de la que seleccionó anteriormente tiene una 
mayor probabilidad de que se seleccione como un centro del clúster 2.

• Elija una de las imágenes de forma aleatoria según las probabilidades asignadas en el paso 
anterior. El punto que se corresponde con la imagen es el centro del clúster 2.

3. Repita el paso 2 para buscar el centro del clúster 3. En esta ocasión, busque las distancias de 
las imágenes restantes desde el centro del clúster 2.

4. Repita el proceso hasta que tenga los centros del clúster K.

Para entrenar un modelo en SageMaker, debe crear un trabajo de entrenamiento. En la solicitud, 
proporcione información de configuración especificando los siguientes mapas de cadena
HyperParameters:

• Para especificar el número de clústeres que crear, agregue la cadena k.

• Para obtener una mayor precisión, agregue la cadena extra_center_factor opcional.

• Para especificar la estrategia que desee usar para determinar los centros iniciales del clúster, 
agregue la cadena init_method y establezca su valor en random o k-means++.
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Para obtener más información sobre los estimadores de K-Means de SageMaker, consulte K-Means
en la documentación de Amazon SageMaker Python SDK.

Ahora dispone de un conjunto inicial de los centros del clúster.

Paso 2: Iterar a través de conjuntos de datos de capacitación y calcular los centros del clúster

Los centros del clúster que creó en el paso anterior son principalmente aleatorios, con algunas 
consideraciones para el conjunto de datos de capacitación. En este paso, utilice el conjunto de datos 
de capacitación para mover estos centros hacia los verdaderos centros del clúster. El algoritmo 
realiza la iteración a través del conjunto de datos de capacitación y recalcula los centros del clúster
K.

1. Lea un minilote de observaciones (una subred pequeña y elegida aleatoriamente de todos los 
registros) desde el conjunto de datos de capacitación y realice el siguiente procedimiento.

Note

Al crear un trabajo de capacitación de modelos, especifique el tamaño del lote en la 
cadena mini_batch_size en el mapa de asignación HyperParameters.

a. Asigne todas las observaciones en el minilote para uno de los clústeres con el centro del 
clúster más cercano.

b. Calcule el número de observaciones asignado a cada clúster. A continuación, calcule la 
proporción de los nuevos puntos asignados por clúster.

Por ejemplo, tenga en cuenta los siguientes clústeres:

Clúster c1 = 100 puntos asignados previamente. Ha agregado 25 puntos desde el minilote 
en este paso.

Clúster c2 = 150 puntos asignados previamente. Ha agregado 40 puntos desde el minilote 
en este paso.

Clúster c3 = 450 puntos asignados previamente. Ha agregado 5 puntos desde el minilote en 
este paso.

Calcule la proporción de nuevos puntos asignados a cada uno de los clústeres de la 
siguiente manera:
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p1 = proportion of points assigned to c1 = 25/(100+25)
p2 = proportion of points assigned to c2 = 40/(150+40)
p3 = proportion of points assigned to c3 = 5/(450+5)

c. Calcule el centro de los nuevos puntos agregados a cada clúster:

d1 = center of the new points added to cluster 1
d2 = center of the new points added to cluster 2
d3 = center of the new points added to cluster 3

d. Calcule la media ponderada para buscar los centros del clúster actualizados de la siguiente 
forma:

Center of cluster 1 = ((1 - p1) * center of cluster 1) + (p1 * d1)
Center of cluster 2 = ((1 - p2) * center of cluster 2) + (p2 * d2)
Center of cluster 3 = ((1 - p3) * center of cluster 3) + (p3 * d3)

2. Lea el próximo minilote y repita el paso 1 para volver a calcular los centros del clúster.

3. Para obtener más información sobre K-Means de minilotes, consulte Web-scale k-means 
Clustering.

Paso 3: Reducir los clústeres de K a k

Si el algoritmo creó K clústeres —(K = k*x), donde x es mayor que 1—, reduce los K clústeres a k
clústeres. (Para obtener más información, consulte extra_center_factor en el tema anterior). 
Realiza este procedimiento mediante la aplicación del método de Lloyd con la inicialización de
kmeans++ en los centros del clúster K. Para obtener más información sobre el método de Lloyd, 
consulte clustering de k-means.

Hiperparámetros de k-means

En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación que desee utilizar. 
También puede especificar hiperparámetros específicos de algoritmos como mapeos de cadena a 
cadena. En la siguiente tabla, aparecen los hiperparámetros para el algoritmo de entrenamiento K-
Means proporcionado por Amazon SageMaker. Para obtener más información sobre cómo funciona 
la agrupación en clústeres de k-means, consulte Funcionamiento de la agrupación en clústeres de k-
means.
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Nombre del parámetro Descripción

feature_dim El número de características en los datos de entrada.

Obligatorio

Valores válidos: número entero positivo

k El número de clústeres necesarios.

Obligatorio

Valores válidos: número entero positivo

epochs Número de pasadas realizadas sobre los datos de capacitación.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 1

eval_metrics Una lista JSON de tipos de métrica usados para registrar una 
puntuación para el modelo. Los valores permitidos son msd para 
la desviación media cuadrática y ssd para la suma de distancia 
cuadrática. Si se proporcionan datos de prueba, la puntuación 
se expresa para cada una de las métricas solicitadas.

Opcional

Valores válidos: [\"msd\"]  o [\"ssd\"]  o [\"msd\", 
\"ssd\"] .

Valor predeterminado: [\"msd\"]

extra_center_factor El algoritmo crea K centros = num_clusters  * extra_cen 
ter_factor  a medida que se ejecuta y reduce el número de 
centros de K a k cuando finaliza el modelo.

Opcional
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Nombre del parámetro Descripción

Valores válidos: Un número entero positivo o auto.

Valor predeterminado: auto

half_life_time_size Se utiliza para determinar el peso atribuido a una observación 
cuando se calcula una media de clúster. Esta ponderación se 
reduce exponencialmente a medida se observan más puntos. 
Cuando un punto es observado por primera vez, se le asigna un 
peso de 1 al calcular la media del clúster. El deterioro constante 
de la función de degradación exponencial constante se elige de 
modo que después de observar half_life_time_size
los puntos, su peso es 1/2. Si se establece en 0, no hay ningún 
decremento.

Opcional

Valores válidos: número entero no negativo

Valor predeterminado: 0

init_method El método mediante el que el algoritmo elige los centros de 
clúster iniciales. El procedimiento k-means estándar los elige 
de forma aleatoria. Un método alternativo k-means++ elige el 
primer centro de clúster de forma aleatoria. A continuación, 
extiende la posición del resto de clústeres iniciales mediante la 
ponderación de la selección de centros con una distribución de 
probabilidad que es proporcional al cuadrado de la distancia de 
los demás puntos de datos de centros existentes.

Opcional

Valores válidos: random o kmeans++

Valor predeterminado: random
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Nombre del parámetro Descripción

local_lloyd_init_m 
ethod

El método de inicialización para el procedimiento de optimizac 
ión de expectativa (EM) de Lloyd empleado para crear los 
centros k que contienen el modelo final.

Opcional

Valores válidos: random o kmeans++

Valor predeterminado: kmeans++

local_lloyd_max_iter El número máximo de iteraciones para el procedimiento de 
optimización de expectativa (EM) de Lloyd empleado para crear 
los centros k que contienen el modelo final.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 300

local_lloyd_num_tr 
ials

El número de veces que el procedimiento de optimización de 
expectativa (EM) de Lloyd con la menor pérdida se ejecuta a la 
hora de crear los centros que contienen el modelo final k.

Opcional

Valores válidos: Un número entero positivo o auto.

Valor predeterminado: auto
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Nombre del parámetro Descripción

local_lloyd_tol La tolerancia para cambio en pérdida para una detención 
anticipada del procedimiento de optimización de expectativa 
(EM) de Lloyd empleado para crear los centros k que contienen 
el modelo final.

Opcional

Valores válidos: número flotante. Rango en [0, 1].

Valor predeterminado: 0.0001

mini_batch_size El número de observaciones por minilote para el iterador de 
datos.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5000

Ajuste de un modelo k-Means

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

El algoritmo K-Means de Amazon SageMaker es un algoritmo no supervisado que agrupa datos en 
clústeres cuyos miembros son lo más similares posible. Dado que no es supervisado, no utiliza un 
conjunto de datos de validación contra el que se puedan optimizar hiperparámetros. No obstante, 
toma un conjunto de datos de prueba y emite métricas que dependen de la distancia cuadrática entre 
los puntos de datos y los centroides del clúster final al término de cada ejecución de capacitación. 
Para encontrar el modelo que notifica los clústeres más ajustados en el conjunto de datos de prueba, 
puede utilizar un trabajo de ajuste de hiperparámetro. Los clústeres optimizan la similitud de sus 
miembros.
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Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Las métricas computadas por el Algoritmo K-Means

El algoritmo k-means calcula las siguientes métricas durante la capacitación. Al ajustar un modelo, 
elija una de estas métricas como la métrica objetiva.

Nombre de métrica Descripción Dirección de 
optimización

test:msd Distancias cuadráticas medias entre cada 
registro en el conjunto de prueba y el centro 
más cercano del modelo.

Minimizar

test:ssd Suma de las distancias cuadráticas medias 
entre cada registro en el conjunto de prueba y 
el centro más cercano del modelo.

Minimizar

Hiperparámetros ajustables de k-Means

Ajuste el modelo K-Means de Amazon SageMaker con los siguientes hiperparámetros. Los 
hiperparámetros con el mayor impacto en métricas objetivas de k-means son mini_batch_size,
extra_center_factor e init_method. El ajuste del hiperparámetro epochs suele dar lugar a 
mejoras secundarias.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

epochs IntegerParameterRanges MinValue: 1, 
MaxValue:10

extra_cen 
ter_factor

IntegerParameterRanges MinValue: 4, 
MaxValue:10

init_method CategoricalParameterRanges ['kmeans++', 'random']
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

mini_batch_size IntegerParameterRanges MinValue: 3000, 
MaxValue:15000

Formatos de respuesta de k-means

Todos los algoritmos integrados de SageMaker siguen el formato de inferencia de entrada común 
descrito en Common Data Formats - Inference. Este tema contiene una lista de los formatos de 
salida disponibles para el algoritmo SageMaker K-Means.

Formato de respuesta JSON

{ 
    "predictions": [ 
        { 
            "closest_cluster": 1.0, 
            "distance_to_cluster": 3.0, 
        }, 
        { 
            "closest_cluster": 2.0, 
            "distance_to_cluster": 5.0, 
        }, 

        .... 
    ]
}

Formato de respuesta JSONLINES

{"closest_cluster": 1.0, "distance_to_cluster": 3.0}
{"closest_cluster": 2.0, "distance_to_cluster": 5.0}

Formato de respuesta RECORDIO

[ 
    Record = { 
        features = {}, 
        label = { 
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            'closest_cluster': { 
                keys: [], 
                values: [1.0, 2.0]  # float32 
            }, 
            'distance_to_cluster': { 
                keys: [], 
                values: [3.0, 5.0]  # float32 
            }, 
        } 
    }
]

Formato de respuesta CSV

El primer valor de cada línea corresponde a closest_cluster.

El segundo valor de cada línea corresponde a distance_to_cluster.

1.0,3.0
2.0,5.0

Algoritmo de análisis de componente principal (PCA)

PCA es un algoritmo de machine learning no supervisado que intenta reducir la dimensionalidad 
(número de características) dentro de un conjunto de datos mientras retiene toda la información 
posible. Esto se realiza buscando un nuevo conjunto de características denominado componentes, 
que son los compuestos de las características originales que no son correlativas entre sí. También 
están limitadas, por lo que el primer componente implica la máxima variabilidad posible en los datos 
y el segundo componente la segunda variabilidad máxima y así sucesivamente.

En Amazon SageMaker, PCA opera de dos modos, según el escenario:

• normal: para conjuntos de datos con datos dispersos y un número moderado de observaciones y 
características.

• aleatorio: para conjuntos de datos con un gran número de observaciones y características. Este 
modo utiliza un algoritmo de aproximación.

PCA utiliza datos tabulares.

Las filas representan las observaciones que desea incrustar en un espacio dimensional inferior. Las 
columnas representan las características para las que desea buscar una aproximación reducida. El 
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algoritmo calcula la matriz de covarianza (o una aproximación de la misma de manera distribuida) 
y, a continuación, realiza la descomposición del valor singular en este resumen para producir los 
componentes principales.

Temas

• Interfaz de entrada/salida para el algoritmo PCA

• Recomendación de la instancia EC2 para el algoritmo PCA

• Bloc de notas de muestra de PCA

• Funcionamiento de PCA

• Hiperparámetros de PCA

• Formatos de respuesta de PCA

Interfaz de entrada/salida para el algoritmo PCA

Para la capacitación, PCA espera que se proporcionen datos en el canal de capacitación y admite 
de forma opcional un conjunto de datos pasado en el conjunto de datos de prueba, que se puntúa 
mediante el algoritmo final. Tanto el formato recordIO-wrapped-protobuf como CSV son 
compatibles con la capacitación. Puede usar el modo de archivo o el modo de canalización para 
capacitar modelos con datos con formato recordIO-wrapped-protobuf o CSV.

Para la inferencia, PCA admite text/csv, application/json y application/x-recordio-
protobuf. Los resultados se devuelven en formato application/json o application/x-
recordio-protobuf con un vector de "proyecciones".

Para obtener más información sobre los formatos de archivo de entrada y salida, consulte Formatos 
de respuesta de PCA para inferencia y Bloc de notas de muestra de PCA.

Recomendación de la instancia EC2 para el algoritmo PCA

La PCA admite instancias de CPU y GPU para el entrenamiento y la inferencia. El tipo de instancia 
con un mayor desempeño depende en gran medida de los detalles de los datos de entrada. Para las 
instancias de GPU, PCA admite P2, P3, G4dn y G5.

Bloc de notas de muestra de PCA

Para ver un cuaderno de muestra en el que figure cómo usar el algoritmo SageMaker Principal 
Component Analysis para analizar las imágenes de dígitos escritos a mano de cero a nueve en el 
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conjunto de datos MNIST, consulte An Introduction to PCA with MNIST. Para obtener instrucciones 
sobre cómo crear instancias de cuadernos de Jupyter que pueda utilizar para ejecutar el ejemplo en 
SageMaker, consulte Instancias de Amazon SageMaker Notebook. Una vez que haya creado una 
instancia de cuaderno y la haya abierto, seleccione la pestaña Ejemplos de SageMaker para ver una 
lista de todas las muestras de SageMaker. Los blocs de notas de modelado de ejemplos que utilizan 
los algoritmos NTM se encuentran en la sección de introducción a algoritmos de Amazon. Para abrir 
un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy (Crear copia).

Funcionamiento de PCA

El análisis de componentes principales (PCA) es un algoritmo de aprendizaje que reduce la 
dimensionalidad (número de características) dentro de un conjunto de datos mientras retiene toda la 
información posible.

PCA reduce la dimensionalidad mediante la búsqueda de un nuevo conjunto de características 
denominado componentes, que son los compuestos de las características originales que no son 
correlativas entre sí. El primer componente implica la máxima variabilidad posible en los datos y el 
segundo componente la segunda variabilidad máxima y así sucesivamente.

Se trata de un algoritmo de reducción de la dimensionalidad no supervisado. En el aprendizaje no 
supervisado, no se utilizan las etiquetas que pueden asociarse a los objetos en el conjunto de datos 
de capacitación.

Dada la entrada de una matriz con filas

en cada dimensión 1 * d, los datos se particionan en minilotes de filas y se distribuyen entre 
los nodos de capacitación (procesos de trabajo). Cada proceso de trabajo realiza entonces la 
computación de un resumen de sus datos. Los resúmenes de estos distintos procesos de trabajo se 
unifican en una solución única al final de la computación.

Modos

El algoritmo PCA de Amazon SageMaker utiliza cualquiera de los dos modos para calcular estos 
resúmenes, según la situación:

• normal: para conjuntos de datos con datos dispersos y un número moderado de observaciones y 
características.

• aleatorio: para conjuntos de datos con un gran número de observaciones y características. Este 
modo utiliza un algoritmo de aproximación.
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Como último paso del algoritmo, realiza la descomposición de valor singular en la solución unificada, 
a partir de la que se derivan los componentes principales.

Modo 1: Regular

Los procesos de trabajo computan de forma conjunta

y
.

Note

Como

son vectores de filas 1 * d,

es una matriz (no escalar). El uso de vectores de filas dentro del código nos permite obtener 
un almacenamiento en caché eficiente.

La matriz de covarianza se calcula como

y sus vectores singulares num_components superiores forman el modelo.

Note

Si subtract_mean es False, evitamos la computación y sustracción
.

Utilice este algoritmo cuando la dimensión d de los vectores sea lo suficientemente pequeña como 
para que

pueda caber en la memoria.

Modo 2: Aleatorio

Cuando el número de características en el conjunto de datos de entrada es grande, 
utilizamos un método para aproximar la métrica de covarianza. Para cada minilote
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de dimensión b * d, inicializamos de forma aleatoria una matriz (num_components + 
extra_components) * b que multiplicamos por cada minilote para crear una matriz
(num_components + extra_components) * d. Los procesos de trabajo computan la 
suma de estas matrices y los servidores realizan el SVD en la matriz (num_components + 
extra_components) * d final. Los vectores singulares num_components de la parte superior 
derecha de ella son la aproximación de los vectores singulares superiores de la matriz de entrada.

Deje

= num_components + extra_components. Con un minilote

de dimensión b * d, el proceso de trabajo dibuja una matriz aleatoria

de dimensión
. 

Según si el entorno utiliza una GPU o CPU y el tamaño de dimensión, la matriz es una 
matriz de firma aleatoria en la que cada entrada es +-1 o una FJLT (transformación 
rápida Johnson Lindenstrauss; para obtener más información, consulte Transformaciones 
FJLT y los papeles de seguimiento). El proceso de trabajo computa a continuación

y mantiene
. 

El proceso de trabajo también mantiene
, 

la suma de columnas de

(T que es el número total de minilotes) y s, la suma de todas las filas de entrada. Después de 
procesar el fragmento completo de datos, el proceso de trabajo envía el servidor B, h, s y n (el 
número de filas de entrada).

Indicar las entradas distintas en el servidor como

El servidor computa B, h, s, n las sumas de las entradas respectivas. A continuación, computa

y encuentra su descomposición de valores singular. Los vectores singulares de la parte superior 
derecha y los valores singulares de C se utilizan como la solución aproximada para el problema.
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Hiperparámetros de PCA

En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación. También puede 
especificar hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. 
En la siguiente tabla, aparecen los hiperparámetros para el algoritmo de entrenamiento PCA 
proporcionado por Amazon SageMaker. Para obtener más información sobre cómo funciona PCA, 
consulte Funcionamiento de PCA.

Nombre del parámetro Descripción

feature_dim Dimensión de entrada.

Obligatorio

Valores válidos: número entero positivo

mini_batch_size Número de filas en un minilote.

Obligatorio

Valores válidos: número entero positivo

num_components El número de componentes principales que computar.

Obligatorio

Valores válidos: número entero positivo

algorithm_mode Modo para la computación de componentes principales.

Opcional

Valores válidos: normal o aleatorio

Valor predeterminado: normal

extra_components A medida que el valor aumenta, la solución se vuelve más 
precisa, pero el tiempo de ejecución y el consumo de memoria 
aumentan linealmente. El valor predeterminado, -1, implica el 
máximo de 10 y num_components . Válido solo para el modo
aleatorio.
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Nombre del parámetro Descripción

Opcional

Valores válidos: número entero no negativo o -1

Valor predeterminado: -1

subtract_mean Indica si los datos deben desviarse durante la capacitación y en 
la inferencia.

Opcional

Valores válidos: uno de entre true o false

Valor predeterminado: true

Formatos de respuesta de PCA

Todos los algoritmos integrados de Amazon SageMaker siguen el formato de inferencia de entrada 
común descrito en Common Data Formats - Inference. Este tema contiene una lista de los formatos 
de salida disponibles para el algoritmo SageMaker PCA.

Formato de respuesta JSON

Accept—application/json

{ 
    "projections": [ 
        { 
            "projection": [1.0, 2.0, 3.0, 4.0, 5.0] 
        }, 
        { 
            "projection": [6.0, 7.0, 8.0, 9.0, 0.0] 
        }, 
        .... 
    ]
}

Formato de respuesta JSONLINES

Accept—application/jsonlines
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{ "projection": [1.0, 2.0, 3.0, 4.0, 5.0] }
{ "projection": [6.0, 7.0, 8.0, 9.0, 0.0] }

Formato de respuesta RECORDIO

Accept—application/x-recordio-protobuf

[ 
    Record = { 
        features = {}, 
        label = { 
            'projection': { 
                keys: [], 
                values: [1.0, 2.0, 3.0, 4.0, 5.0] 
            } 
        } 
    }, 
    Record = { 
        features = {}, 
        label = { 
            'projection': { 
                keys: [], 
                values: [1.0, 2.0, 3.0, 4.0, 5.0] 
            } 
        } 
    }   
]

Algoritmo de bosque de corte aleatorio (RCF)

Amazon SageMaker Random Cut Forest (RCF) es un algoritmo sin supervisar para detectar puntos 
de datos anómalos dentro de un conjunto de datos. Son observaciones que difieren de los datos bien 
estructurados y con patrones. Se pueden mostrar anomalías como picos inesperados en los datos 
de serie temporal, cortes en la periodicidad o puntos de datos inclasificables. Son fáciles de detectar. 
Cuando se visualizan en un gráfico, se suelen distinguir fácilmente de los datos "normales". La 
inclusión de estas anomalías en un conjunto de datos puede aumentar notablemente la complejidad 
de una tarea de machine learning, ya que los datos "normales" pueden describirse con frecuencia 
con un modelo sencillo.

Con cada punto de datos, RCF asocia una puntuación de anomalías. Los valores de puntuación 
bajos indican que el punto de datos se considera "normal". Los valores elevados indican la presencia 
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de una anomalía en los datos. Las definiciones de "bajo" y "alto" dependen de la aplicación, pero la 
práctica habitual sugiere que las puntuaciones que superan tres desvíos estándar de la puntuación 
media se consideran anómalas.

Aunque existen muchas aplicaciones de algoritmos de detección de anomalías en datos de serie 
temporal de una dimensión, como análisis de volumen de tráfico o detección de picos de volumen, 
RCF se ha creado para trabajar con entradas dimensionales arbitrarias. Amazon SageMaker RCF se 
escala correctamente en relación con el número de características, tamaño de conjunto de datos y 
número de instancias.

Temas

• Interfaz de entrada/salida para el algoritmo RCF

• Recomendaciones de instancias para el algoritmo RCF

• Cuadernos de ejemplo de RCF

• Funcionamiento de RCF

• Hiperparámetros de RCF

• Ajustar un modelo RCF

• Formatos de respuesta de RCF

Interfaz de entrada/salida para el algoritmo RCF

Amazon SageMaker Random Cut Forest es compatible con los canales de datos train y test. 
El canal de prueba opcional se utiliza para calcular la exactitud, la precisión, la rellamada y las 
métricas de puntuación F1 en los datos etiquetados. Los tipos de contenido de datos de prueba y 
capacitación pueden tener los formatos application/x-recordio-protobuf o text/csv. Para 
los datos de prueba, cuando se usa el formato de texto/csv, el contenido debe especificarse como 
text/csv;label_size=1, donde la primera columna de cada fila representa la etiqueta de anomalía: 
"1" para el punto de datos anómalo y "0" para un punto de datos normal. Puede usar el modo de 
archivo o el modo de canalización para capacitar modelos RCF con datos con formato recordIO-
wrapped-protobuf o CSV.

El canal de entrenamiento solo admite S3DataDistributionType=ShardedByS3Key y el canal 
de prueba solo es compatible con S3DataDistributionType=FullyReplicated. El siguiente 
ejemplo especifica el tipo de distribución S3 para el canal de entrenamiento mediante Amazon 
SageMaker Python SDK.
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Note

Se cambió el nombre del método sagemaker.inputs.s3_input a
sagemaker.inputs.TrainingInput en SageMaker Python SDK v2.

  import sagemaker 
     
  # specify Random Cut Forest training job information and hyperparameters 
  rcf = sagemaker.estimator.Estimator(...) 
     
  # explicitly specify "ShardedByS3Key" distribution type 
  train_data = sagemaker.inputs.TrainingInput( 
       s3_data=s3_training_data_location, 
       content_type='text/csv;label_size=0', 
       distribution='ShardedByS3Key') 
     
  # run the training job on input data stored in S3 
  rcf.fit({'train': train_data})

Para evitar errores comunes relacionados con las funciones de ejecución, asegúrese 
de tener las funciones de ejecución necesarias, AmazonSageMakerFullAccess y
AmazonEC2ContainerRegistryFullAccess. Para evitar errores comunes relacionados con la 
inexistencia de la imagen o con permisos incorrectos, asegúrese de que la imagen ECR no supere 
el espacio en disco asignado a la instancia de entrenamiento. Para evitarlo, ejecute el trabajo de 
entrenamiento en una instancia que tenga suficiente espacio en disco. Además, si tu imagen de 
ECR proviene del repositorio de Elastic Container Service (ECS) de una AWS cuenta diferente y 
no configuras los permisos del repositorio para conceder el acceso, se producirá un error. Para 
obtener más información sobre la configuración de políticas de repositorios, consulte los permisos de 
repositorio ECR.

Consulte S3DataSource para obtener más información sobre la personalización de los atributos de 
origen de datos de S3. Por último, para aprovechar la capacitación de varias instancias, se deben 
particionar los datos de capacitación en el mismo número de archivos que las instancias.

Para la inferencia, RCF admite los tipos de contenido de datos de entrada application/x-
recordio-protobuf, text/csv y application/json. Para obtener más información, consulte 
la documentación de Formatos de datos comunes para algoritmos integrados. La inferencia de RCF 
devuelve la salida con formato application/x-recordio-protobuf o application/json. 
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Los registros de estos datos de salida contienen las puntuaciones de anomalías correspondientes 
para cada punto de datos de entrada. Para obtener más información, consulte Formatos de datos 
comunes: Inferencia.

Para obtener más información sobre los formatos de archivo de entrada y salida, consulte Formatos 
de respuesta de RCF para inferencia y Cuadernos de ejemplo de RCF.

Recomendaciones de instancias para el algoritmo RCF

Para la capacitación, recomendamos las familias de instancias ml.m4, ml.c4 y ml.c5. Para la 
inferencia, recomendamos el uso de un tipo de instancia ml.c5.xl en particular para disfrutar del 
máximo desempeño, así como de costos reducidos por hora de uso. Aunque el algoritmo podría 
ejecutarse técnicamente en tipos de instancia de GPU, no aprovecha el hardware de GPU.

Cuadernos de ejemplo de RCF

Para ver un ejemplo de cómo entrenar un modelo RCF y realizar inferencias con este, consulte el 
cuaderno An Introduction to SageMaker Random Cut Forests. Para obtener instrucciones sobre 
cómo crear instancias de cuadernos de Jupyter que pueda utilizar para ejecutar el ejemplo en 
SageMaker, consulte Instancias de Amazon SageMaker Notebook. Una vez que haya creado una 
instancia de cuaderno y la haya abierto, seleccione la pestaña Ejemplos de SageMaker para ver una 
lista de todas las muestras de SageMaker. Para abrir un bloc de notas, haga clic en la pestaña Use 
(Usar) y seleccione Create copy (Crear copia).

Funcionamiento de RCF

Amazon SageMaker Random Cut Forest (RCF) es un algoritmo sin supervisar para detectar puntos 
de datos anómalos dentro de un conjunto de datos. Son observaciones que difieren de los datos bien 
estructurados y con patrones. Se pueden mostrar anomalías como picos inesperados en los datos 
de serie temporal, cortes en la periodicidad o puntos de datos inclasificables. Son fáciles de detectar. 
Cuando se visualizan en un gráfico, se suelen distinguir fácilmente de los datos "normales". La 
inclusión de estas anomalías en un conjunto de datos puede aumentar notablemente la complejidad 
de una tarea de machine learning, ya que los datos "normales" pueden describirse con frecuencia 
con un modelo sencillo.

La principal idea detrás del algoritmo RCF es crear un bosque de árboles donde cada árbol se 
obtenga mediante una partición de una muestra de los datos de capacitación. Por ejemplo, se 
determina por primera vez una muestra aleatoria de los datos de entrada. La muestra aleatoria 
se particiona después de acuerdo con el número de árboles del bosque. Se le proporciona a 
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cada árbol una partición y se organiza ese subconjunto de puntos en un árbol k-d. La puntuación 
de anomalías que al árbol asigna a un punto de datos se define como el cambio previsto en la 
complejidad del árbol como resultado de la adición de ese punto al árbol que, aproximadamente, 
es inversamente proporcional a la profundidad resultante del punto en el árbol. El bosque de corte 
aleatorio asigna una puntuación de anomalías calculando la puntuación media de cada árbol 
constituyente y escalando el resultado en relación con el tamaño de la muestra. El algoritmo RCF se 
basa en el descrito en la referencia [1].

Datos de muestra de forma aleatoria

El primer paso del algoritmo RCF es obtener una muestra aleatoria de los datos de 
capacitación. En concreto, supongamos que deseamos una muestra de tamaño

total

de puntos de datos. Si los datos de capacitación son lo suficientemente pequeños, 
puede utilizarse el conjunto de datos completo y podríamos dibujar aleatoriamente

elementos a partir de este conjunto. Sin embargo, los datos de capacitación son normalmente 
demasiado grandes para ajustarlos todos a la vez y este enfoque no es factible. En su lugar, usamos 
una técnica llamada "muestreo de depósito".

El muestreo de depósito es un algoritmo para dibujar de forma eficaz muestras aleatorias a partir de 
un conjunto de datos

en el que los elementos del conjunto de datos solo pueden observarse de uno 
en uno o en lotes. De hecho, el muestreo de depósito funciona incluso cuando

no se conoce a priori. Si solo se solicita una muestra, como cuando
, 

el algoritmo tiene el siguiente aspecto:

Algoritmo: Muestreo de depósito

• Entrada: conjunto de datos o transmisión de datos
.

• Inicialice la muestra aleatoria
.
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• Para cada muestra observada
:

• Elija un número aleatorio uniforme

• Si

• Establezca

• Devolución

Este algoritmo selecciona una muestra aleatoria de manera que

para todos los
. 

Cuando
, 

el algoritmo es más complicado. Además, debe realizarse una distinción entre el muestreo aleatorio 
con y sin reemplazo. RCF realiza un muestreo de depósito aumentado sin reemplazo en los datos de 
capacitación basado en los algoritmos descritos en [2].

Capacitar un modelo RFC y producir inferencias

El siguiente paso de RCF es construir un bosque de corte aleatorio con la muestra aleatoria de 
datos. En primer lugar, la muestra se particiona en el mismo número de particiones del mismo 
tamaño que el número de árboles del bosque. A continuación, se envía cada partición a un árbol 
individual. El árbol organiza de forma recursiva su partición en un árbol binario mediante la partición 
del dominio de datos en contornos delimitadores.

Este procedimiento puede entenderse mejor con un ejemplo. Supongamos que se proporciona a un 
árbol el siguiente conjunto de datos de dos dimensiones. El árbol correspondiente se inicializa en el 
nodo raíz:
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Un conjunto de datos de dos dimensiones en el que la mayoría de los datos se encuentra en un 
clúster (azul), excepto en un punto de datos anómalo (naranja). El árbol se inicializa con un nodo 
raíz.

El algoritmo RCF organiza estos datos en un árbol procesando primero un contorno delimitador de 
los datos, seleccionando una dimensión aleatoria (proporcionando más peso a las dimensiones con 
una "varianza" superior) y, a continuación, determinando aleatoriamente la posición de un "corte" 
hiperplano en esa dimensión. Los dos subespacios resultantes definen su propio subárbol. En este 
ejemplo, se produce el corte para separar un punto aislado del resto de la muestra. El primer nivel 
del árbol binario resultante consta de dos nodos, uno de los cuales consistirá en el subárbol de 
puntos a la izquierda del corte inicial y el otro representará el punto único a la derecha.
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Un corte aleatorio realizando la partición de un conjunto de datos bidimensional. Es más probable 
que un punto de datos anómalo quede aislado en un cuadro delimitador con una profundidad de 
árbol inferior que otros puntos.

Los cuadros delimitadores se procesan a continuación para las mitades izquierda y derecha de los 
datos, y se repite el proceso hasta que cada mitad del árbol represente un punto de datos único de 
la muestra. Tenga en cuenta que si el punto aislado está lo suficientemente alejado, es más probable 
que un corte aleatorio genere el aislamiento del punto. Esta observación es la razón por la que, 
en términos generales, la profundidad del árbol es inversamente proporcional a la puntuación de 
anomalías.

Al realizar una inferencia mediante un modelo de RCF capacitado, la puntuación de anomalías 
final se expresa como la media de las puntuaciones notificadas por cada árbol. Tenga en cuenta 
que normalmente el nuevo punto de datos no se encuentra aún en el árbol. Para determinar la 
puntuación asociada al nuevo punto de datos, el punto de dato se inserta en el árbol determinado 
y este se vuelve a ensamblar de forma eficiente (y temporal) de manera equivalente al proceso 
de capacitación descrito anteriormente. Es decir, el árbol resultante es como si el punto de datos 
de entrada fuese un miembro de la muestra utilizada para crear el árbol en el primer lugar. La 
puntuación notificada es inversamente proporcional a la profundidad del punto de entrada en el árbol.

Elegir hiperparámetros

Los hiperparámetros principales utilizados para ajustar el modelo RCF son num_trees y
num_samples_per_tree. El aumento de num_trees tiene el efecto de reducción del ruido 
observado en las puntuaciones de anomalías, puesto que la puntuación final es la media de 
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puntuaciones notificadas por cada árbol. Aunque el valor óptimo depende de la aplicación, le 
recomendamos que utilice 100 árboles para comenzar con un equilibrio entre la complejidad del 
modelo y el ruido de la puntuación. Tenga en cuenta que el tiempo de inferencia es proporcional 
a los números de árboles. Aunque tiempo de capacitación también se ve afectado, se encuentra 
dominado por el algoritmo de muestreo de depósito descrito anteriormente.

El parámetro num_samples_per_tree está relacionado con la densidad prevista de anomalías 
en el conjunto de datos. En particular, debe elegirse num_samples_per_tree de forma que 1/
num_samples_per_tree se aproxime a la proporción de datos anómalos en los datos normales. 
Por ejemplo, si se utilizan 256 muestras en cada árbol, esperamos que nuestros datos contengan 
1 de 256 anomalías u ocupen aproximadamente el 0,4% del tiempo. Una vez más, un valor óptimo 
para este hiperparámetro depende de la aplicación.

Referencias

1. Sudipto Guha, Nina Mishra, Gourav Roy y Okke Schrijvers. "Robust random cut forest based 
anomaly detection on streams". En International Conference on Machine Learning, pg. 2712-2721. 
2016.

2. Byung-Hoon Park, George Ostrouchov, Nagiza F. Samatova y Al Geist. "Reservoir-based random 
sampling with replacement from data stream". En Proceedings of the 2004 SIAM International 
Conference on Data Mining, pp. 492-496. Society for Industrial and Applied Mathematics, 2004.

Hiperparámetros de RCF

En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación. También puede 
especificar hiperparámetros específicos de algoritmos como mapeos de cadena a cadena. En 
la siguiente tabla se muestran los hiperparámetros para el algoritmo Amazon SageMaker RCF. 
Para obtener más información, incluidas las recomendaciones sobre cómo elegir hiperparámetros, 
consulte Funcionamiento de RCF.

Nombre del parámetro Descripción

feature_dim El número de características en el conjunto de datos. (Si utiliza el 
estimador de bosque de corte aleatorio este valor se calcula para 
usted y no es necesario especificarlo).

Obligatorio
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Nombre del parámetro Descripción

Valores válidos: número entero positivo (mín.: 1, máx.: 10000)

eval_metrics Una lista de métricas utilizadas para puntuar un conjunto de datos 
de prueba etiquetado. Se pueden seleccionar las siguientes métricas 
para la salida:

• accuracy: devuelve una fracción de las predicciones correctas.

• precision_recall_fscore : devuelve la precisión positiva y 
negativa, la recuperación y las puntuaciones F1.

Opcional

Valores válidos: una lista con valores posibles extraídos de accuracy
o precision_recall_fscore .

Valor predeterminado: Both (Ambos) accuracy, precision 
_recall_fscore  se calculan.

num_sampl 
es_per_tree

Número de muestras aleatorias proporcionadas para cada árbol a 
partir del conjunto de datos de capacitación.

Opcional

Valores válidos: número entero positivo (mín.: 1, máx.: 2048)

Valor predeterminado: 256

num_trees Número de árboles en el bosque.

Opcional

Valores válidos: número entero positivo (mín.: 50, máx.: 1000)

Valor predeterminado: 100
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Ajustar un modelo RCF

El ajuste de modelo automático, también conocido como ajuste u optimización de hiperparámetros, 
encuentra la mejor versión de un modelo al ejecutar muchos trabajos que prueban una serie de 
hiperparámetros en su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un 
rango de valores para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de 
las métricas que el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros 
elegidos para encontrar la combinación de valores que obtienen el modelo que optimiza la métrica 
objetiva.

El algoritmo Amazon SageMaker RCF es un algoritmo de detección de anomalías sin supervisar 
que requiere un conjunto de datos etiquetado para la optimización de hiperparámetros. RCF calcula 
puntuaciones de anomalías para puntos de datos de prueba y, a continuación, etiqueta los puntos 
de datos como anómalos si sus puntuaciones van más allá de tres desviaciones estándar de la 
puntuación media. Esto se conoce como la heurística de límite de tres sigmas. La puntuación 
F1 se basa en la diferencia entre las etiquetas calculadas y las reales. El trabajo de ajuste de 
hiperparámetros encuentra el modelo que maximiza esa puntuación. El éxito de la optimización de 
hiperparámetros depende de la aplicabilidad de la heurística de límite de tres sigmas al conjunto de 
datos de prueba.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas calculadas por el algoritmo RCF

El algoritmo RCF calcula la siguiente métrica durante la capacitación. Al ajustar el modelo, elija esta 
métrica como la métrica objetivo.

Nombre de métrica Descripción Dirección de 
optimización

test:f1 Puntuación F1 del conjunto de datos de 
prueba, que se basa en la diferencia entre las 
etiquetas calculadas y las reales.

Maximizar

Hiperparámetros de RCF ajustables

Puede ajustar un modelo RCF con los siguientes hiperparámetros.
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

num_sampl 
es_per_tree

IntegerParameterRanges MinValue: 1, 
MaxValue:2048

num_trees IntegerParameterRanges MinValue: 50, 
MaxValue:1000

Formatos de respuesta de RCF

Todos los algoritmos integrados de Amazon SageMaker siguen el formato de inferencia de entrada 
común descrito en Common Data Formats - Inference. Tenga en cuenta que SageMaker Random 
Cut Forest admite los formatos JSON y RecordIO densos y dispersos. Este tema contiene una lista 
de los formatos de salida disponibles para el algoritmo SageMaker RCF.

Formato de respuesta JSON

ACCEPT: application/json.

    {                                                                                   
                                                                                        
                                                                                        
                     
        "scores":    [                                                                  
                                                                                        
                                                                                        
                     
            {"score": 0.02},                                                            
                                                                                        
                                                                                        
                     
            {"score": 0.25}                                                             
                                                                                        
                                                                                        
                     
        ]                                                                               
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    }

Formato de respuesta JSONLINES

ACCEPT: application/jsonlines.

{"score": 0.02},
{"score": 0.25}

Formato de respuesta RECORDIO

ACCEPT: application/x-recordio-protobuf.

    [                                                                                   
                                                                                        
                                                                                        
                     
         Record = {                                                                     
                                                                                        
                                                                                        
                          
             features = {},                                                             
                                                                                        
                                                                                        
                          
             label = {                                                                  
                                                                                        
                                                                                        
                         
                 'score': {                                                             
                                                                                        
                                                                                        
                          
                     keys: [],                                                          
                                                                                        
                                                                                        
                          
                     values: [0.25]  # float32                                          
                                                                                        
                                                                                        
                          
                 }                                                                      
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             }                                                                          
                                                                                        
                                                                                        
                          
         },                                                                             
                                                                                        
                                                                                        
                          
         Record = {                                                                     
                                                                                        
                                                                                        
                          
             features = {},                                                             
                                                                                        
                                                                                        
                          
             label = {                                                                  
                                                                                        
                                                                                        
                         
                 'score': {                                                             
                                                                                        
                                                                                        
                          
                     keys: [],                                                          
                                                                                        
                                                                                        
                          
                     values: [0.23]  # float32                                          
                                                                                        
                                                                                        
                          
                 }                                                                      
                                                                                        
                                                                                        
                          
             }                                                                          
                                                                                        
                                                                                        
                          
         }                                                                              
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    ]

Algoritmos integrados de SageMaker para la visión artificial

SageMaker proporciona algoritmos de procesamiento de imágenes que se utilizan para la 
clasificación de imágenes, la detección de objetos y la visión artificial.

• Image Classification - MXNet: usa datos de ejemplo con respuestas (conocido como algoritmo 
supervisado). Utilice este algoritmo para clasificar imágenes.

• Clasificación de imágenes - TensorFlow: usa modelos de TensorFlow Hub previamente entrenados 
para ajustarlos a tareas específicas (lo que se denomina algoritmo supervisado). Utilice este 
algoritmo para clasificar imágenes.

• Detección de objetos - MXNet: detecta y clasifica los objetos de las imágenes mediante una única 
red neuronal profunda. Es un algoritmo de aprendizaje supervisado que toma como entrada e 
identifica todas las instancias de objetos dentro de la escena de una imagen.

• Detección de objetos - TensorFlow: detecta los cuadros delimitadores y las etiquetas de los objetos 
de una imagen. Es un algoritmo de aprendizaje supervisado para el aprendizaje por transferencia 
con modelos prentrenados disponibles de TensorFlow.

• Algoritmo de segmentación semántica: proporciona un sistema de nivel de píxel detallado para 
desarrollar aplicaciones de visión artificial.

Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

Image 
Classific 
ation - 
MXNet

capacitac 
ión y 
validación, 
(opcional 
) train_lst 
, validatio 
n_lst y 
modelo

Archivo o 
canalizac 
ión

recordIO 
o archivos 
de imagen 
(.jpg 
o .png)

GPU Sí
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

Image 
Classific 
ation - 
TensorFlo 
w

entrenami 
ento y 
validación

Archivos archivos 
de imagen 
(.jpg, .jpeg 
o.png)

CPU o 
GPU

Sí (solo en 
múltiples 
GPU en 
una sola 
instancia)

Detección 
de objetos

capacitac 
ión y 
validación, 
(opcional) 
train_ann 
otation, 
validatio 
n_annotat 
ion y 
modelo

Archivo o 
canalizac 
ión

recordIO 
o archivos 
de imagen 
(.jpg 
o .png)

GPU Sí

Detección 
de objetos 
- TensorFlo 
w

entrenami 
ento y 
validación

Archivos archivos 
de imagen 
(.jpg, .jpeg 
o.png)

GPU Sí (solo en 
múltiples 
GPU en 
una sola 
instancia)
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Nombre de 
algoritmo

Nombre de 
canal

Modo de 
entrada de 
capacitac 
ión

Tipo de 
archivo

Clase de 
instancia

Paraleliz 
able

Segmentac 
ión 
semántica

capacitac 
ión y 
validación, 
train_ann 
otation, 
validatio 
n_annotat 
ion y 
(opcional) 
label_map 
y modelo

Archivo o 
canalizac 
ión

Archivos 
de imagen

GPU (solo 
instancia 
única)

No

Image Classification - MXNet

El algoritmo de clasificación de imágenes de Amazon SageMaker es un algoritmo de aprendizaje 
supervisado compatible con la clasificación multietiqueta. Toma una imagen como entrada y genera 
una o varias etiquetas asignadas a esa imagen. Utiliza una red neuronal convolucional que puede 
entrenarse desde cero o mediante un aprendizaje por transferencia cuando no hay disponible un 
gran número de imágenes de entrenamiento.

El formato de entrada recomendado para los algoritmos de clasificación de imágenes de Amazon 
SageMaker es Apache MXNet RecordIO. Sin embargo, también pueden utilizar imágenes sin 
procesar en formato .jpg o .png. Consulte este análisis para obtener una visión general amplia sobre 
la preparación y la carga eficientes de datos en sistemas de machine learning.

Note

Para conservar una mejor interoperabilidad con los marcos de trabajo de aprendizaje 
profundo existentes, esto difiere de los formatos de datos protobuf utilizados comúnmente 
por otros algoritmos de Amazon SageMaker.
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Para obtener más información sobre redes convolucionales, consulte:

• Deep residual learning for image recognition Kaiming He, et al., 2016 IEEE Conference on 
Computer Vision and Pattern Recognition

• ImageNet image database

• Clasificación de imágenes con Gluon-CV y MXNet

Temas

• Interfaz de entrada/salida para el algoritmo de clasificación de imágenes

• Recomendación de instancias EC2 para el algoritmo de clasificación de imágenes

• Cuadernos de ejemplo de clasificación de imágenes

• Funcionamiento de la clasificación de imágenes

• Hiperparámetros de clasificación de imágenes

• Ajuste de un modelo de clasificación de imágenes

Interfaz de entrada/salida para el algoritmo de clasificación de imágenes

El algoritmo de clasificación de imágenes de SageMaker admite RecordIO (application/x-
recordio) y tipos de contenido de imágenes (image/png, image/jpeg y application/
x-image) para el entrenamiento en modo de archivo y admite tipo de contenido RecordIO 
(application/x-recordio) para el entrenamiento en modo de canalización. Sin embargo 
también puede entrenar en modo de canalización con los archivos de imágenes (image/png,
image/jpeg y application/x-image), sin necesidad de crear archivos RecordIO, mediante el 
formato de manifiesto aumentado.

El entrenamiento distribuido es compatible con el modo de archivo y el modo de canalización. 
Si utiliza el tipo de contenido RecordIO en el modo de canalización, debe establecer el
S3DataDistributionType del S3DataSource en FullyReplicated. El algoritmo admite un 
modelo totalmente replicado en el que los datos se copian en cada máquina.

El algoritmo admite image/png, image/jpeg y application/x-image para la inferencia.

Capacitación con el formato RecordIO

Si utiliza el formato RecordIO para la capacitación, especifique ambos canales train
y validation como valores para el parámetro InputDataConfig de la solicitud
CreateTrainingJob. Especifique un archivo RecordIO (.rec) en el canal train y un 
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archivo RecordIO en el canal validation. Establezca el tipo de canal para ambos canales en
application/x-recordio.

Capacitación con formato de imagen

Si utiliza el formato de imagen para la capacitación, especifique los canales train, validation,
train_lst y validation_lst como valores para el parámetro InputDataConfig de la 
solicitud CreateTrainingJob. Especifique los datos de imagen individuales (archivos .jpg o
.png) para los canales train y validation. Especifique un archivo .lst en cada uno de los 
canales train_lst y validation_lst. Establezca el tipo de canal para los cuatro canales en
application/x-image.

Note

SageMaker lee los datos de entrenamiento y validación por separado desde diferentes 
canales, por lo que debe almacenar los datos de entrenamiento y validación en carpetas 
diferentes.

Un archivo .lst es un archivo separado por tabulaciones con tres columnas que contiene una 
lista de archivos de imagen. La primera columna especifica el índice de imagen, la segunda 
columna el índice de la etiqueta de clase para la imagen y la tercera columna la ruta relativa 
del archivo de imagen. El índice de imagen de la primera columna debe ser único en todas las 
imágenes. El conjunto de índices de etiqueta de clase se numeran sucesivamente y el la numeración 
debe comenzar por 0. Por ejemplo, 0 para la clase de gatos, 1 para la clase de perros, y así 
sucesivamente en las clases adicionales.

A continuación se muestra un ejemplo de un archivo .lst:

5      1   your_image_directory/train_img_dog1.jpg
1000   0   your_image_directory/train_img_cat1.jpg
22     1   your_image_directory/train_img_dog2.jpg

Por ejemplo, si sus imágenes de capacitación se almacenan en s3://<your_bucket>/train/
class_dog, s3://<your_bucket>/train/class_cat, y así sucesivamente, especifique 
la ruta de su canal train como s3://<your_bucket>/train, que es el directorio de nivel 
superior de sus datos. En el archivo .lst, especifique la ruta relativa de un archivo individual 
denominado train_image_dog1.jpg en el directorio de clase class_dog como class_dog/
train_image_dog1.jpg. También puede almacenar todos los archivos de imagen en un 
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subdirectorio dentro del directorio train. En ese caso, utilice ese subdirectorio para la ruta relativa. 
Por ejemplo, s3://<your_bucket>/train/your_image_directory.

Capacitación con formato de imagen de manifiesto aumentado

El formato de manifiesto aumentado le permite realizar la capacitación en modo de canalización 
mediante los archivos de imágenes sin necesidad de crear archivos RecordIO. Debe especificar los 
canales de capacitación y de validación como valores para el parámetro InputDataConfig de 
la solicitud CreateTrainingJob. Cuando utilice el formato, es necesario generar un archivo de 
manifiesto de S3 que contenga la lista de imágenes y sus comentarios correspondientes. El formato 
del archivo de manifiesto debe tener el formato líneas de JSON en el que cada línea representa 
una muestra. Las imágenes se especifican utilizando la etiqueta 'source-ref' que apunta a 
la ubicación de S3 de la imagen. Los comentarios se proporcionan bajo el valor del parámetro
"AttributeNames" tal y como se especifica en la solicitud CreateTrainingJob. También 
puede contener metadatos adicionales en la etiqueta de metadata pero el algoritmo los omite. En 
el siguiente ejemplo, los "AttributeNames" se incluyen en la lista de referencias de imágenes 
y anotaciones ["source-ref", "class"]. El valor de etiqueta correspondiente es "0" para la 
primera imagen y “1” para la segunda imagen:

{"source-ref":"s3://image/filename1.jpg", "class":"0"}
{"source-ref":"s3://image/filename2.jpg", "class":"1", "class-metadata": {"class-name": 
 "cat", "type" : "groundtruth/image-classification"}}

El orden de "AttributeNames" en los archivos de entrada importa a la hora de capacitar el 
algoritmo ImageClassification. Acepta datos canalizados en un orden específico, con image primero, 
seguido de label. Por tanto "AttributeNames" en este ejemplo se facilitan con "source-ref"
primero, seguido de "class". Cuando se utiliza el algoritmo ImageClassification con manifiesto 
aumentado, el valor del parámetro RecordWrapperType debe ser "RecordIO".

El entrenamiento de etiquetas múltiples también se admite mediante la especificación de una matriz 
de JSON de valores. El hiperparámetro num_classes debe establecerse para que coincida con el 
número total de clases. Hay dos formatos de etiqueta válidos: multi-hot y class-id.

En el formato multi-hot, cada etiqueta es un vector codificado multi-hot de todas las clases, donde 
cada clase toma el valor de 0 o 1. En el siguiente ejemplo, existen tres clases. La primera imagen se 
etiqueta con las clases 0 y 2, mientras que la segunda imagen se etiqueta solo con la clase 2:

{"image-ref": "s3://mybucket/sample01/image1.jpg", "class": "[1, 0, 1]"}
{"image-ref": "s3://mybucket/sample02/image2.jpg", "class": "[0, 0, 1]"}
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En el formato class-id, cada etiqueta es una lista de los identificadores de clase, de [0,
num_classes), que se aplican al punto de datos. En su lugar, el ejemplo anterior se vería así:

{"image-ref": "s3://mybucket/sample01/image1.jpg", "class": "[0, 2]"}
{"image-ref": "s3://mybucket/sample02/image2.jpg", "class": "[2]"}

El formato multi-hot es el predeterminado, pero se puede establecer explícitamente en el tipo 
de contenido con el parámetro label-format: "application/x-recordio; label-
format=multi-hot". El formato class-id, que es el formato que emite GroundTruth, debe 
establecerse explícitamente: "application/x-recordio; label-format=class-id".

Para obtener más información sobre archivos de manifiesto aumentado, consulte Proporcione 
metadatos del conjunto de datos a trabajos de capacitación con un archivo de manifiesto aumentado.

Entrenamiento incremental

También puede propagar el entrenamiento de un nuevo modelo con los artefactos de un modelo 
entrenado anteriormente con SageMaker. El entrenamiento incremental supone un ahorro de tiempo 
cuando queremos entrenar un nuevo modelo con datos idénticos o similares. Los modelos de 
clasificación de imágenes de SageMaker solo se pueden combinar con otro modelo de clasificación 
de imágenes integrado y entrenado en SageMaker.

Para utilizar un modelo capacitado previamente, en la solicitud CreateTrainingJob, especifique 
el ChannelName como el "modelo" en el parámetro InputDataConfig. Establezca ContentType
para el canal de modelo en application/x-sagemaker-model Los hiperparámetros de entrada 
del modelo nuevo y del modelo capacitado previamente cargado al canal de modelos tienen 
que tener la misma configuración para los parámetros de entrada num_layers, image_shape
y num_classes. Estos parámetros definen la arquitectura de red. Para el archivo de modelo 
prentrenado, utilice los artefactos de modelos comprimidos (en formato .tar y .gz) generados por 
SageMaker. Puede usar los formatos RecordIO o de imagen para los datos de entrada.

Inferencia con el algoritmo Image Classification

Los modelos generados pueden alojarse para la inferencia y admiten formatos de imagen .jpg y
.png codificados como tipo de contenido image/png, image/jpeg y application/x-image. 
El tamaño de la imagen de entrada se redimensiona automáticamente. La salida corresponde a los 
valores de probabilidad para todas las clases codificadas en formato JSON o en formato de texto de 
líneas JSON para la transformación por lotes. El modelo de clasificación de imágenes procesa una 
sola imagen por solicitud por lo que devuelve únicamente una línea en el formato JSON o de líneas 
JSON. A continuación se muestra un ejemplo de una respuesta en formato de líneas JSON:
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accept: application/jsonlines 

 {"prediction": [prob_0, prob_1, prob_2, prob_3, ...]}

Para obtener más información sobre la capacitación y la inferencia, consulte las instancias de bloc de 
notas de muestra de clasificaciones de imágenes a las que se hace referencia en la introducción.

Recomendación de instancias EC2 para el algoritmo de clasificación de imágenes

Para la clasificación de imágenes, admitimos instancias P2, P3, G4dn y G5. Recomendamos 
utilizar instancias de GPU con más memoria para la capacitación con tamaños grandes de lotes. 
También puede ejecutar el algoritmo en configuraciones de varias máquinas o varias GPU para la 
capacitación distribuida. Para la inferencia, se pueden usar instancias de CPU (como C4) o de GPU 
(P2, P3, G4dn o G5).

Cuadernos de ejemplo de clasificación de imágenes

Para ver un cuaderno de ejemplo con el algoritmo de clasificación de imágenes de SageMaker, 
consulte Build and Register an MXNet Image Classification Model via SageMaker Pipelines. Para 
obtener instrucciones sobre cómo crear instancias de cuadernos de Jupyter que pueda utilizar para 
ejecutar el ejemplo en SageMaker, consulte Instancias de Amazon SageMaker Notebook. Una 
vez que haya creado una instancia de cuaderno y la haya abierto, seleccione la pestaña Ejemplos 
de SageMaker para ver una lista de todas las muestras de SageMaker. Los blocs de notas de 
clasificación de imágenes de ejemplo se encuentran en la sección sobre introducción a algoritmos de 
Amazon. Para abrir un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy 
(Crear copia).

Funcionamiento de la clasificación de imágenes

El algoritmo de clasificación de imágenes toma una imagen como entrada y la clasifica en una 
de las categorías de salida. El aprendizaje profundo ha revolucionado el dominio de clasificación 
de imágenes y ha conseguid un desempeño fantástico. Se han desarrollado distintas redes de 
aprendizaje profundo, como ResNet, DenseNet, Inception, etc., que son muy precisas en la 
clasificación de imágenes. Al mismo tiempo, se han adoptado medidas para recopilar los datos de 
imágenes etiquetados que son esenciales para la capacitación de estas redes. ImageNet es uno de 
esos conjuntos de datos de gran tamaño, con más de 11 millones de imágenes y aproximadamente 
11 000 categorías. Una vez que se realiza la capacitación de una red con datos ImageNet, puede 
utilizarse para la generalización también con otros conjuntos de datos mediante reajustes sencillos. 
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En este enfoque de aprendizaje de transferencia, se inicializa una red con ponderaciones (en este 
ejemplo, con capacitación en ImageNet), que pueden reajustarse más adelante para una tarea de 
clasificación de imágenes en un conjunto de datos diferente.

La clasificación de imágenes en Amazon SageMaker se puede ejecutar en dos modos: 
entrenamiento completo y aprendizaje por transferencia. En el modo de capacitación completo, la red 
se inicializa con ponderaciones aleatorias y se capacita en los datos de usuario desde cero. En el 
modo de aprendizaje de transferencia, la red se inicializa con ponderaciones con capacitación previa 
y solo la capa superior conectada totalmente se inicializa con ponderaciones aleatorias. Después, 
toda la red se reajusta con los nuevos datos. En este modo, la capacitación puede lograrse incluso 
con conjuntos de datos más pequeños. Esto se debe a que ya se ha realizado la capacitación de la 
red y, por lo tanto, puede utilizarse en casos sin datos de capacitación suficientes.

Hiperparámetros de clasificación de imágenes

Los hiperparámetros son parámetros que se establecen antes de que un modelo de machine 
learning comience a aprender. Los siguientes hiperparámetros son compatibles con el algoritmo 
integrado Image Classification de Amazon SageMaker. Consulte Ajuste de un modelo de 
clasificación de imágenes para obtener información sobre el ajuste de hiperparámetros de 
clasificación de imágenes.

Nombre del parámetro Descripción

num_classes Número de clases de salida. Este parámetro define las 
dimensiones de la salida de red y normalmente se establece en 
el número de clases en el conjunto de datos.

Además de la clasificación multiclase, también se admite la 
clasificación multietiqueta. Consulte Interfaz de entrada/salida 
para el algoritmo de clasificación de imágenes para obtener 
detallse sobre cómo trabajar con la clasificación multietiqueta 
con archivos de manifiesto aumentados.

Obligatorio

Valores válidos: número entero positivo

num_training_samples Número de ejemplos de capacitación en el conjunto de datos de 
entrada.
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Nombre del parámetro Descripción

Si se produce una falta de coincidencia entre este valor y 
el número de muestras en el conjunto de capacitación, el 
comportamiento del parámetro lr_scheduler_step  no se 
define y la precisión de la capacitación distribuida puede verse 
afectada.

Obligatorio

Valores válidos: número entero positivo

augmentation_type Tipo de aumento de datos. Las imágenes de entrada pueden 
aumentarse de distintas formas, como se especifica a continuac 
ión.

• crop: permite aleatoriamente la imagen y voltear la imagen 
horizontalmente.

• crop_color : además de "cortar", existen tres valores 
aleatorios en el rango [-36, 36], [-50, 50] y se han agregado 
[-50, 50] a los canales correspondientes de matiz, saturación 
y brillo respectivamente.

• crop_color_transform : además de crop_color , las 
transformaciones aleatorias, incluidas las variaciones de la 
relación de aspecto, corte y rotación, se aplican a la imagen. 
El ángulo de rotación máximo es de 10 grados, la proporción 
máxima de corte es 0,1 y la proporción máxima de cambio de 
aspecto es de 0,25.

Opcional

Valores válidos: crop, crop_color  o crop_colo 
r_transform .

Valor predeterminado: no tiene
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Nombre del parámetro Descripción

beta_1 beta1 para adam, es decir, la tasa de decremento exponencial 
para las estimaciones del primer momento.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.9

beta_2 beta2 para adam, es decir, la tasa de decremento exponencial 
para las estimaciones del segundo momento.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.999

checkpoint_frequency Periodo para almacenar los parámetros de modelo (en número 
de fechas de inicio).

Tenga en cuenta que todos los archivos de punto de control se 
guardan como parte del archivo de modelo final «model.tar.gz» 
y se cargan en S3 en la ubicación especificada del modelo. Esto 
aumenta el tamaño del archivo de modelo proporcionalmente al 
número de puntos de control guardados durante el entrenami 
ento.

Opcional

Valores válidos: número entero positivo no superior a epochs

Valor predeterminado: ningún valor predeterminado (guarde el 
punto de comprobación en la época con la mejor precisión de 
validación)
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Nombre del parámetro Descripción

early_stopping True para utilizar lógica de detención temprana durante la 
capacitación. False para no utilizarla.

Opcional

Valores válidos: True o False

Valor predeterminado: False

early_stopping_min 
_epochs

El número mínimo de fechas de inicio que deben ejecutarse 
antes de que pueda invocarse la lógica de detención temprana. 
Se utiliza solo cuando early_stopping  = True.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

early_stopping_pat 
ience

El número de fechas de inicio que esperar antes de finalizar 
la capacitación si no se realiza ninguna mejora en la métrica 
relevante. Se utiliza solo cuando early_stopping  = True.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5
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Nombre del parámetro Descripción

early_stopping_tol 
erance

Tolerancia relativa para medir una mejora en la métrica de 
validación de precisión. Si la proporción de la mejora en la 
precisión dividida por la mejor precisión anterior es inferior al 
conjunto de valores early_stopping_tolerance , la 
detención temprana considera que no se produce mejora. Se 
utiliza solo cuando early_stopping  = True.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.0

epochs Número de fechas de inicio de capacitación.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 30

eps El valor épsilon para adam y rmsprop. Se suele establecer en 
un valor pequeño para evitar la división por 0.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 1e-8

gamma El valor gamma para rmsprop, el factor de degradación para el 
promedio de movimiento del gradiente cuadrado.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.9
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Nombre del parámetro Descripción

image_shape Las dimensiones de imagen de entrada, que tienen el mismo 
tamaño que la capa de entrada de la red. El formato se define 
como 'num_channels , alto, ancho'. La dimensión de imagen 
puede tomar cualquier valor, puesto que la red puede administr 
ar distintas dimensiones de la entrada. Sin embargo, existen 
limitaciones de memoria si se utiliza una dimensión de imagen 
mayor. Los modelos prentrenados solo pueden usar un tamaño 
fijo de imagen (224 x 224). Las dimensiones de imagen típicas 
para la clasificación de imágenes son “3, 224, 224”. Esto es 
similar al conjunto de datos de ImageNet.

Se produce un error en el entrenamiento si alguna imagen 
de entrada es más pequeña que este parámetro en cualquier 
dimensión. Si una imagen es más grande, se recorta una 
parte de la imagen y el área recortada se especifica en este 
parámetro. Si se establece el hiperparámetro augmentat 
ion_type , se hace un recorte aleatorio; de lo contrario, se 
hace un recorte central.

En la inferencia, las imágenes de entrada se redimensionan 
para ajustarlas a la image_shape  que se utilizó durante el 
entrenamiento. La relación de aspecto no se conserva y las 
imágenes no se recortan.

Opcional

Valores válidos: cadena

Valor predeterminado: “3, 224, 224”
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Nombre del parámetro Descripción

kv_store Modo de sincronización de las actualizaciones de ponderaci 
ón durante la capacitación distribuida. Las actualizaciones 
de ponderación pueden actualizarse de forma sincrónica o 
asincrónica en las máquinas. Las actualizaciones sincrónicas 
suelen proporcionar una mejor precisión que las asincrónicas, 
pero pueden ser más lentas. Consulte la capacitación distribuida 
en MXNet para obtener más información.

Este parámetro no es aplicable a la capacitación de una 
máquina.

• dist_sync : los gradientes se sincronizan después de cada 
lote con todos los procesos de trabajo. Con dist_sync , el 
tamaño de lote significa ahora el tamaño de lote utilizado en 
cada máquina. Por lo tanto, si hay n máquinas y utilizamos 
el tamaño de lote b, dist_sync  se comporta un elemento 
local con el tamaño de lote n*b.

• dist_async : realiza actualizaciones asíncronas. Las 
ponderaciones se actualizan cuando se reciben los gradiente 
s desde cualquier máquina y las actualizaciones de ponderaci 
ón son atómicas. Sin embargo, el orden no se garantiza.

Opcional

Valores válidos: dist_sync  o dist_async

Valor predeterminado: no tiene

learning_rate Tasa de aprendizaje inicial.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.1
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Nombre del parámetro Descripción

lr_scheduler_factor La proporción para reducir la tasa de aprendizaje utilizada junto 
con el parámetro lr_scheduler_step , que se define como
lr_new = lr_old * lr_scheduler_factor .

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.1

lr_scheduler_step Las fechas de inicio en las que reducir la tasa de aprendizaje. 
Tal y como se explica en el parámetro lr_scheduler_facto 
r , lr_scheduler_factor  reduce la tasa de aprendizaje 
en estas fechas de inicio. Por ejemplo, si el valor se establece 
en "10, 20", lr_scheduler_factor  reduce la tasa de 
aprendizaje después de la décima fecha de inicio y lr_schedu 
ler_factor  de nuevo después de la vigésima fecha de 
inicio. Las fechas de inicio se delimitan mediante ",".

Opcional

Valores válidos: cadena

Valor predeterminado: no tiene

mini_batch_size El tamaño del lote para la capacitación. En una configuración de 
varias GPU de una máquina, cada GPU administra muestras de 
capacitación mini_batch_size /num_gpu. Para la capacitac 
ión de varias máquinas en el modo dist_sync, el tamaño de lote 
real es mini_batch_size *número de máquinas. Consulte 
los documentos de MXNet para obtener más información.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 32
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Nombre del parámetro Descripción

momentum El impulso de sgd y nag, pasado por alto para otros optimizad 
ores.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.9

multi_label Marca que se debe utilizar para la clasificación de múltiples 
etiquetas donde es posible asignar a cada muestra múltiples 
etiquetas. Se registra la exactitud promedio en todas las clases.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

num_layers Número de capas de la red. Para datos con un tamaño grande 
de imagen (por ejemplo, 224x224, como ImageNet), sugerimos 
que se seleccione el número de capas del conjunto [18, 34, 50, 
101, 152, 200]. Para datos con un tamaño pequeño de imagen 
(por ejemplo, 28x28, como CIFAR), sugerimos que se seleccion 
e el número de capas del conjunto [20, 32, 44, 56, 110]. El 
número de capas de cada conjunto se basa en el documento 
de ResNet. Para transferir el aprendizaje, el número de capas 
define la arquitectura de la red de base y, por lo tanto, solo 
puede seleccionarse desde el conjunto [18, 34, 50, 101, 152, 
200].

Opcional

Valores válidos: número entero positivo [18, 34, 50, 101, 152, 
200] o [20, 32, 44, 56, 110]

Valor predeterminado: 152
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Nombre del parámetro Descripción

optimizer El tipo de optimizador. Para obtener más información de los 
parámetros para los optimizadores, consulte la API de MXNet.

Opcional

Valores válidos: uno de entre los valores sgd, adam, rmsprop o
nag

• sgd: descenso de gradiente estocástico

• adam: estimación de momento adaptativa

• rmsprop: Root mean square propagation

• nag: Nesterov accelerated gradient

Valor predeterminado: sgd

precision_dtype La precisión de las ponderaciones que se utilizan para la 
capacitación. El algoritmo puede utilizar precisión única 
(float32) o la mitad de precisión (float16) para las 
ponderaciones. El uso de la mitad de precisión para ponderaci 
ones resulta en una reducción del consumo de memoria.

Opcional

Valores válidos: float32 o float16

Valor predeterminado: float32
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Nombre del parámetro Descripción

resize Número de píxeles en el lado más corto de una imagen después 
de cambiarla de tamaño para el entrenamiento. Si no se 
establece el parámetro, se utilizan los datos de capacitación 
sin el cambio de tamaño. El parámetro debe ser mayor que los 
componentes de ancho y alto de image_shape  para evitar 
errores en el entrenamiento.

Necesario cuando se utilizan tipos de contenido de imagen

Opcional cuando se utiliza el tipo de contenido RecordIO

Valores válidos: número entero positivo

Valor predeterminado: no tiene

top_k Informa de la precisión de top-k durante la capacitación. Este 
parámetro tiene que ser superior a 1, ya que la precisión de la 
capacitación top-1 es la misma que la precisión de capacitación 
normal de la que se ha informado.

Opcional

Valores válidos: número entero positivo superior a 1

Valor predeterminado: no tiene

use_pretrained_model Marca para usar un modelo de capacitación previa para la 
capacitación. Si se establece en 1, se carga el modelo de 
capacitación previa con el número correspondiente de capas 
y se utiliza para la capacitación. Solo la capa FC superior se 
reinicializa con ponderaciones aleatorias. De lo contrario, se 
realiza la capacitación de la red desde cero.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0
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Nombre del parámetro Descripción

use_weighted_loss Marca para utilizar pérdida de entropía cruzada ponderada para 
la clasificación de múltiples etiquetas (se utiliza solo cuando
multi_label  = 1), donde las ponderaciones se calculan en 
función de la distribución de clases.

Opcional

Valores válidos: 0 o 1

Valor predeterminado: 0

weight_decay El decremento de ponderación del coeficiente para sgd y nag, 
pasado por alto para otros optimizadores.

Opcional

Valores válidos: número flotante Rango en [0, 1].

Valor predeterminado: 0.0001

Ajuste de un modelo de clasificación de imágenes

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas contabilizadas por el algoritmo de clasificación de imágenes

El algoritmo de clasificación de imágenes es un algoritmo supervisado. Informa una métrica de 
precisión que se calcula durante la capacitación. Al ajustar el modelo, elija esta métrica como la 
métrica objetivo.
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Nombre de métrica Descripción Dirección de 
optimización

validatio 
n:accuracy

La ratio del número de predicciones correctas 
con respecto al número total de predicciones 
realizadas.

Maximizar

Hiperparámetros de clasificación de imágenes ajustables

Ajuste un modelo de clasificación de imágenes con los siguientes hiperparámetros. Estos son los 
hiperparámetros con mayor impacto en las métricas de objetivos de clasificación de imágenes:
mini_batch_size, learning_rate y optimizer. Ajuste los hiperparámetros relacionados con 
el optimizador, como, por ejemplo, momentum, weight_decay, beta_1, beta_2, eps y gamma, en 
función del optimizer seleccionado. Por ejemplo, utilice beta_1 y beta_2 solo cuando adam es el
optimizer.

Para obtener más información sobre qué hiperparámetros se utilizan en cada optimizador, consulte
Hiperparámetros de clasificación de imágenes.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

beta_1 ContinuousParameterRanges MinValue: 1e-6, 
MaxValue: 0,999

beta_2 ContinuousParameterRanges MinValue: 1e-6, 
MaxValue: 0,999

eps ContinuousParameterRanges MinValue: 1e-8, 
MaxValue: 1,0

gamma ContinuousParameterRanges MinValue: 1e-8, 
MaxValue: 0,999

learning_rate ContinuousParameterRanges MinValue: 1e-6, 
MaxValue: 0,5
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

mini_batch_size IntegerParameterRanges MinValue: 8, 
MaxValue: 512

momentum ContinuousParameterRanges MinValue: 0,0, 
MaxValue: 0,999

optimizer CategoricalParameterRanges ['sgd', ‘adam’, 
‘rmsprop’, 'nag']

weight_decay ContinuousParameterRanges MinValue: 0,0, 
MaxValue: 0,999

Clasificación de imágenes - TensorFlow

El algoritmo de clasificación de SageMaker imágenes de Amazon es un TensorFlow algoritmo 
de aprendizaje supervisado que admite el aprendizaje por transferencia con muchos modelos 
previamente entrenados desde el TensorFlow Hub. Utilice el aprendizaje por transferencia para 
ajustar uno de los modelos previamente entrenados disponibles en su propio conjunto de datos, 
aunque no haya una gran cantidad de datos de imagen disponibles. El algoritmo de clasificación de 
imágenes toma una imagen como entrada y genera una probabilidad para cada etiqueta de clase 
suministrada. Los conjuntos de datos de entrenamiento deben estar compuestos por imágenes en 
formato .jpg, .jpeg o .png.

Temas

• Cómo utilizar el algoritmo de clasificación de SageMaker imágenes TensorFlow

• Interfaz de entrada y salida para el algoritmo de clasificación de imágenes TensorFlow

• Recomendación de instancia de Amazon EC2 para el algoritmo de clasificación de imágenes 
TensorFlow

• Clasificación de imágenes: TensorFlow ejemplos de cuadernos

• Cómo TensorFlow funciona la clasificación de imágenes

• TensorFlow Modelos Hub

• Clasificación de imágenes: TensorFlow hiperparámetros

• Ajuste una clasificación de imágenes: modelo TensorFlow
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Cómo utilizar el algoritmo de clasificación de SageMaker imágenes TensorFlow

Puede utilizar la clasificación de imágenes, TensorFlow como un algoritmo SageMaker integrado 
en Amazon. La siguiente sección describe cómo utilizar la clasificación de imágenes TensorFlow 
con el SDK de SageMaker Python. Para obtener información sobre cómo utilizar la clasificación 
de imágenes, TensorFlow desde la interfaz de usuario clásica de Amazon SageMaker Studio, 
consulteSageMaker JumpStart.

El TensorFlow algoritmo de clasificación de imágenes admite el aprendizaje por transferencia 
mediante cualquiera de los modelos TensorFlow Hub compatibles previamente entrenados. Para 
obtener una lista de todos los modelos prentrenados disponibles, consulte TensorFlow Modelos Hub. 
Cada modelo prentrenado tiene un model_id de modelo único. En el siguiente ejemplo, se utiliza 
MobileNet V2 1.00 224 (model_id:tensorflow-ic-imagenet-mobilenet-v2-100-224-
classification-4) para realizar ajustes precisos en un conjunto de datos personalizado. Todos 
los modelos previamente entrenados se descargan previamente del TensorFlow Hub y se almacenan 
en buckets de Amazon S3 para que los trabajos de capacitación se puedan ejecutar de forma aislada 
en la red. Utilice estos artefactos de entrenamiento de modelos pregenerados para construir un 
estimador. SageMaker

En primer lugar, recupere el URI de la imagen de Docker, del script de entrenamiento y del 
modelo prentrenado. Luego, cambie los hiperparámetros como crea conveniente. Puede ver un 
diccionario de Python con todos los hiperparámetros disponibles y sus valores predeterminados con
hyperparameters.retrieve_default. Para obtener más información, consulte Clasificación 
de imágenes: TensorFlow hiperparámetros. Utilice estos valores para construir un estimador. 
SageMaker

Note

Los valores de hiperparámetros predeterminados son diferentes para los distintos 
modelos. Para los modelos más grandes, el tamaño de lote predeterminado es menor y el 
hiperparámetro train_only_top_layer se establece en "True".

En este ejemplo, se utiliza el conjunto de datos tf_flowers, que contiene cinco clases de 
imágenes de flores. Descargamos previamente el conjunto de datos TensorFlow con la licencia 
Apache 2.0 y lo pusimos a disposición con Amazon S3. Para ajustar su modelo, llame a .fit
utilizando la ubicación de Amazon S3 del conjunto de datos de entrenamiento.

from sagemaker import image_uris, model_uris, script_uris, hyperparameters
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from sagemaker.estimator import Estimator

model_id, model_version = "tensorflow-ic-imagenet-mobilenet-v2-100-224-
classification-4", "*"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the Docker image
train_image_uri = 
 image_uris.retrieve(model_id=model_id,model_version=model_version,image_scope="training",instance_type=training_instance_type,region=None,framework=None)

# Retrieve the training script
train_source_uri = script_uris.retrieve(model_id=model_id, model_version=model_version, 
 script_scope="training")

# Retrieve the pretrained model tarball for transfer learning
train_model_uri = model_uris.retrieve(model_id=model_id, model_version=model_version, 
 model_scope="training")

# Retrieve the default hyper-parameters for fine-tuning the model
hyperparameters = hyperparameters.retrieve_default(model_id=model_id, 
 model_version=model_version)

# [Optional] Override default hyperparameters with custom values
hyperparameters["epochs"] = "5"

# The sample training data is available in the following S3 bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tf_flowers/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-ic-training"
s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

# Create SageMaker Estimator instance
tf_ic_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
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    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location,
)

# Use S3 path of the training data to launch SageMaker TrainingJob
tf_ic_estimator.fit({"training": training_dataset_s3_path}, logs=True)

Interfaz de entrada y salida para el algoritmo de clasificación de imágenes TensorFlow

Cada uno de los modelos previamente entrenados que aparecen en TensorFlow Hub Models se 
puede ajustar a cualquier conjunto de datos con cualquier número de clases de imágenes. Ten 
cuidado con el formato de los datos de entrenamiento para introducirlos en el modelo de clasificación 
de imágenes. TensorFlow

• Formato de entrada de datos de entrenamiento: los datos de entrenamiento deben ser un 
directorio con el mismo número de subdirectorios que el número de clases. Cada subdirectorio 
debe contener imágenes que pertenezcan a esa clase en formato .jpg, .jpeg o .png.

A continuación se muestra un ejemplo con una estructura de directorios de entrada. Este conjunto de 
datos de ejemplo tiene dos clases: roses y dandelion. Los archivos de imagen de cada carpeta 
de clases pueden tener cualquier nombre. El directorio de entrada debe alojarse en un bucket de 
Amazon S3 con una ruta similar a s3://bucket_name/input_directory/. Tenga en cuenta 
que es obligatorio incluir / al final.

input_directory 
    |--roses 
        |--abc.jpg 
        |--def.jpg 
    |--dandelion 
        |--ghi.jpg 
        |--jkl.jpg

Los modelos entrenados generan archivos de asignación de etiquetas que asignan los nombres 
de las carpetas de clases a los índices en la lista de probabilidades de las clases de salida. Esta 
asignación está en orden alfabético. Por ejemplo, en el caso anterior, la clase “diente de león” es de 
índice 0 y la clase “rosas” es de índice 1.

Tras el entrenamiento, dispondrá de un modelo ajustado que podrá seguir entrenando de forma 
incremental; también podrá implementarlo para hacer inferencias. El TensorFlow algoritmo 
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de clasificación de imágenes añade automáticamente una firma de preprocesamiento y 
posprocesamiento al modelo ajustado para que pueda tomar imágenes como probabilidades de 
entrada y devolver clases de probabilidades. El archivo que asigna los índices de clases en las 
etiquetas de las clases se guarda junto con los modelos.

Entrenamiento incremental

Puedes iniciar el entrenamiento de un nuevo modelo con artefactos de un modelo con el que te 
hayas entrenado anteriormente. SageMaker El entrenamiento incremental supone un ahorro de 
tiempo cuando queremos entrenar un nuevo modelo con datos idénticos o similares.

Note

Solo puedes combinar un modelo de clasificación de SageMaker imágenes con otro 
TensorFlow modelo de clasificación de imágenes con el que hayas entrenado SageMaker. 
TensorFlow

Para el entrenamiento incremental, puede utilizar cualquier conjunto de datos, siempre y cuando el 
conjunto de clases siga siendo el mismo. El paso de entrenamiento incremental es similar al paso 
de ajuste; la diferencia es que, en lugar de comenzar con un modelo previamente entrenado, se 
comienza con un modelo ajustado existente. Para ver un ejemplo de entrenamiento incremental con 
el TensorFlow algoritmo de clasificación de SageMaker imágenes, consulte el cuaderno de muestra
Introducción a SageMaker TensorFlow la clasificación de imágenes.

Inferencia con el algoritmo de clasificación de imágenes TensorFlow

Puede alojar el modelo ajustado que resulta de su formación en clasificación de TensorFlow 
imágenes para realizar inferencias. Cualquier imagen de entrada para la inferencia debe estar 
en el formato .jpg, jpeg o .png y ser del tipo de contenido application/x-image. El 
TensorFlow algoritmo de clasificación de imágenes cambia el tamaño de las imágenes de entrada 
automáticamente.

Al ejecutar la inferencia, se obtienen valores de probabilidad, etiquetas de clase para todas las clases 
y la etiqueta pronosticada correspondiente al índice de clase con la probabilidad más alta, codificada 
en formato JSON. El TensorFlow modelo de clasificación de imágenes procesa una sola imagen por 
solicitud y genera solo una línea. Lo siguiente es un ejemplo de una respuesta en formato JSON:

accept: application/json;verbose 
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 {"probabilities": [prob_0, prob_1, prob_2, ...], 
  "labels":        [label_0, label_1, label_2, ...], 
  "predicted_label": predicted_label}

Si accept se establece en application/json, el modelo solo genera probabilidades. Para 
obtener más información sobre el entrenamiento y la inferencia con el TensorFlow algoritmo de 
clasificación de imágenes, consulte el cuaderno de muestra Introducción a SageMaker TensorFlow la 
clasificación de imágenes.

Recomendación de instancia de Amazon EC2 para el algoritmo de clasificación de imágenes 
TensorFlow

El TensorFlow algoritmo de clasificación de imágenes es compatible con todas las instancias de CPU 
y GPU para el entrenamiento, incluidas las siguientes:

• ml.p2.xlarge

• ml.p2.16xlarge

• ml.p3.2xlarge

• ml.p3.16xlarge

• ml.g4dn.xlarge

• ml.g4dn.16.xlarge

• ml.g5.xlarge

• ml.g5.48xlarge

Para el entrenamiento con lotes grandes, recomendamos utilizar instancias de GPU con más 
memoria. Para la inferencia, se pueden usar instancias de CPU (como M5) o de GPU (P2, P3, G4dn 
o G5).

Clasificación de imágenes: TensorFlow ejemplos de cuadernos

Para obtener más información sobre cómo utilizar el TensorFlow algoritmo de clasificación de 
SageMaker imágenes para el aprendizaje por transferencia en un conjunto de datos personalizado, 
consulte la introducción al SageMaker TensorFlow cuaderno de clasificación de imágenes.

Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a ellas en las 
que puede ejecutar el ejemplo SageMaker, consulte. Instancias de Amazon SageMaker Notebook
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Tras crear una instancia de bloc de notas y abrirla, seleccione la pestaña SageMakerEjemplos para 
ver una lista de todos los SageMaker ejemplos. Para abrir un bloc de notas, elija su pestaña Usar y 
elija Crear copia.

Cómo TensorFlow funciona la clasificación de imágenes

El TensorFlow algoritmo de clasificación de imágenes toma una imagen como entrada y la clasifica 
en una de las etiquetas de clase de salida. Varias redes de aprendizaje profundo MobileNet, como 
Inception ResNet, EfficientNet son muy precisas para la clasificación de imágenes. También hay 
redes de aprendizaje profundo que se entrenan con conjuntos de datos de imágenes de gran 
tamaño, por ejemplo ImageNet, que tiene más de 11 millones de imágenes y casi 11 000 clases. 
Después de entrenar una red con ImageNet datos, puede ajustarla en un conjunto de datos con un 
enfoque particular para realizar tareas de clasificación más específicas. El TensorFlow algoritmo de 
clasificación de SageMaker imágenes de Amazon admite el aprendizaje por transferencia en muchos 
modelos previamente entrenados que están disponibles en el TensorFlow Hub.

Según el número de etiquetas de clase que figuren en tus datos de entrenamiento, se adjunta una 
capa de clasificación al modelo TensorFlow Hub previamente entrenado que elijas. La capa de 
clasificación está compuesta por una capa de eliminación, una capa densa y una capa totalmente 
conectada con regularización L2, y se inicia con ponderaciones aleatorias. El modelo tiene 
hiperparámetros para la tasa de eliminación, de la capa de eliminación, y el factor de regularización 
L2, para la capa densa. Luego, puede ajustar toda la red (lo que incluye el modelo prentrenado) o 
solo la capa de clasificación superior en los nuevos datos de entrenamiento. Con este método de 
aprendizaje por transferencia, es posible llevar a cabo el entrenamiento con conjuntos de datos más 
pequeños.

TensorFlow Modelos Hub

Los siguientes modelos previamente entrenados están disponibles para su uso en el aprendizaje por 
transferencia con el TensorFlow algoritmo de clasificación de imágenes.

El tamaño, la cantidad de parámetros, el tiempo de entrenamiento y la latencia de inferencia de 
estos modelos puede variar considerablemente para un conjunto de datos determinado. El mejor 
modelo para su caso de uso dependerá de la complejidad del conjunto de datos de ajuste y de sus 
necesidades con respecto al tiempo de entrenamiento, la latencia de inferencia o la precisión del 
modelo.
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Nombre del modelo model_id Fuente

MobileNet V2 1.00 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
100-224-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V2 0.75 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
075-224-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V2 0.50 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
050-224-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V2 0.35 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
035-224-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V2 1.40 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
140-224-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V2 1.30 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
130-224-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V2 tensorflow-ic-tf2- 
preview-mobilenet- 
v2-classification-4

TensorFlow Enlace hub
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Nombre del modelo model_id Fuente

Inception V3 tensorflow-ic-imag 
enet-inception-v3- 
classification-4

TensorFlow Enlace al hub

Inception V3 tensorflow-ic-imag 
enet-inception-v2- 
classification-4

TensorFlow Enlace al hub

Inception V1 tensorflow-ic-imag 
enet-inception-v1- 
classification-4

TensorFlow Enlace al hub

Inception V3 Preview tensorflow-ic-tf2- 
preview-inception- 
v3-classification-4

TensorFlow Enlace al hub

Inception ResNet V2 tensorflow-ic-imag 
enet-inception-res 
net-v2-classificat 
ion-4

TensorFlow Enlace al hub

ResNet V2 50 tensorflow-ic-imag 
enet-resnet-v2-50- 
classification-4

TensorFlow Enlace hub

ResNet V2 101 tensorflow-ic-imag 
enet-resnet-v2-101-
classification-4

TensorFlow Enlace hub

ResNet V2 152 tensorflow-ic-imag 
enet-resnet-v2-152-
classification-4

TensorFlow Enlace hub

ResNet V1 50 tensorflow-ic-imag 
enet-resnet-v1-50- 
classification-4

TensorFlow Enlace hub
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Nombre del modelo model_id Fuente

ResNet V1 101 tensorflow-ic-imag 
enet-resnet-v1-101-
classification-4

TensorFlow Enlace hub

ResNet V1 152 tensorflow-ic-imag 
enet-resnet-v1-152-
classification-4

TensorFlow Enlace hub

ResNet 50 tensorflow-ic-imag 
enet-resnet-50-cla 
ssification-4

TensorFlow Enlace hub

EfficientNet B0 tensorflow-ic-effi 
cientnet-b0-classi 
fication-1

TensorFlow Enlace hub

EfficientNet B1 tensorflow-ic-effi 
cientnet-b1-classi 
fication-1

TensorFlow Enlace hub

EfficientNet B2 tensorflow-ic-effi 
cientnet-b2-classi 
fication-1

TensorFlow Enlace hub

EfficientNet B3 tensorflow-ic-effi 
cientnet-b3-classi 
fication-1

TensorFlow Enlace hub

EfficientNet B4 tensorflow-ic-effi 
cientnet-b4-classi 
fication-1

TensorFlow Enlace hub

EfficientNet B5 tensorflow-ic-effi 
cientnet-b5-classi 
fication-1

TensorFlow Enlace hub
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Nombre del modelo model_id Fuente

EfficientNet B6 tensorflow-ic-effi 
cientnet-b6-classi 
fication-1

TensorFlow Enlace hub

EfficientNet B7 tensorflow-ic-effi 
cientnet-b7-classi 
fication-1

TensorFlow Enlace hub

EfficientNet B0 Lite tensorflow-ic-effi 
cientnet-lite0-cla 
ssification-2

TensorFlow Enlace hub

EfficientNet B1 Lite tensorflow-ic-effi 
cientnet-lite1-cla 
ssification-2

TensorFlow Enlace hub

EfficientNet B2 Lite tensorflow-ic-effi 
cientnet-lite2-cla 
ssification-2

TensorFlow Enlace hub

EfficientNet B3 Lite tensorflow-ic-effi 
cientnet-lite3-cla 
ssification-2

TensorFlow Enlace hub

EfficientNet B4 Lite tensorflow-ic-effi 
cientnet-lite4-cla 
ssification-2

TensorFlow Enlace hub

MobileNet V1 1.00 224 tensorflow-ic-imag 
enet-mobilenet-v1- 
100-224-classifica 
tion-4

TensorFlow Enlace hub
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Nombre del modelo model_id Fuente

MobileNet V1 1.00 192 tensorflow-ic-imag 
enet-mobilenet-v1- 
100-192-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 1.00 160 tensorflow-ic-imag 
enet-mobilenet-v1- 
100-160-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 1.00 128 tensorflow-ic-imag 
enet-mobilenet-v1- 
100-128-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 0.75 224 tensorflow-ic-imag 
enet-mobilenet-v1- 
075-224-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 0.75 192 tensorflow-ic-imag 
enet-mobilenet-v1- 
075-192-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 0.75 160 tensorflow-ic-imag 
enet-mobilenet-v1- 
075-160-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 0.75 128 tensorflow-ic-imag 
enet-mobilenet-v1- 
075-128-classifica 
tion-4

TensorFlow Enlace hub
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Nombre del modelo model_id Fuente

MobileNet V1 0.50 224 tensorflow-ic-imag 
enet-mobilenet-v1- 
050-224-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 0.50 192 tensorflow-ic-imag 
enet-mobilenet-v1- 
050-192-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 1.00 160 tensorflow-ic-imag 
enet-mobilenet-v1- 
050-160-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 0.50 128 tensorflow-ic-imag 
enet-mobilenet-v1- 
050-128-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 0.25 224 tensorflow-ic-imag 
enet-mobilenet-v1- 
025-224-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 0.25 192 tensorflow-ic-imag 
enet-mobilenet-v1- 
025-192-classifica 
tion-4

TensorFlow Enlace hub

MobileNet V1 0.25 160 tensorflow-ic-imag 
enet-mobilenet-v1- 
025-160-classifica 
tion-4

TensorFlow Enlace hub
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Nombre del modelo model_id Fuente

MobileNet V1 0.25 128 tensorflow-ic-imag 
enet-mobilenet-v1- 
025-128-classifica 
tion-4

TensorFlow Enlace hub

BiT-S R50x1 tensorflow-ic-bit- 
s-r50x1-ilsvrc2012-
classification-1

TensorFlow Enlace al hub

BiT-S R50x3 tensorflow-ic-bit- 
s-r50x3-ilsvrc2012-
classification-1

TensorFlow Enlace al hub

BiT-S R101x1 tensorflow-ic-bit-s-
r101x1-ilsvrc2012-
classification-1

TensorFlow Enlace al hub

BiT-S R101x3 tensorflow-ic-bit-s-
r101x3-ilsvrc2012-
classification-1

TensorFlow Enlace al hub

BiT-M R50x1 tensorflow-ic-bit- 
m-r50x1-ilsvrc2012-
classification-1

TensorFlow Enlace al hub

BiT-M R50x3 tensorflow-ic-bit- 
m-r50x3-ilsvrc2012-
classification-1

TensorFlow Enlace al hub

BiT-M R101x1 tensorflow-ic-bit-m-
r101x1-ilsvrc2012-
classification-1

TensorFlow Enlace al hub

BiT-M R101x3 tensorflow-ic-bit-m-
r101x3-ilsvrc2012-
classification-1

TensorFlow Enlace al hub

Uso de algoritmos integrados 3147

https://tfhub.dev/google/imagenet/mobilenet_v1_025_128/classification/4
https://tfhub.dev/google/bit/s-r50x1/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/s-r50x3/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/s-r101x1/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/s-r101x3/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/m-r50x1/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/m-r50x3/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/m-r101x1/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/m-r101x3/ilsvrc2012_classification/1


Amazon SageMaker Guía para desarrolladores

Nombre del modelo model_id Fuente

Bit-M R50x1 -21 k ImageNet tensorflow-ic-bit-m-
r50x1-imagenet21k-
classification-1

TensorFlow Enlace hub

Bit-M R50x3 -21 k ImageNet tensorflow-ic-bit-m-
r50x3-imagenet21k-
classification-1

TensorFlow Enlace hub

Bit-M R101x1 -21 k ImageNet tensorflow-ic-bit-m-
r101x1-imagenet21k-
classification-1

TensorFlow Enlace hub

Bit-M R101x3 -21 k ImageNet tensorflow-ic-bit-m-
r101x3-imagenet21k-
classification-1

TensorFlow Enlace hub

Clasificación de imágenes: TensorFlow hiperparámetros

Los hiperparámetros son parámetros que se establecen antes de que un modelo de machine 
learning comience a aprender. Los siguientes hiperparámetros son compatibles con el TensorFlow 
algoritmo SageMaker integrado de clasificación de imágenes de Amazon. Para obtener más 
información sobre el ajuste de hiperparámetros, consulte Ajuste una clasificación de imágenes: 
modelo TensorFlow .

Nombre del parámetro Descripción

augmentation Configure "True" para aplicar augmentation_rando 
m_flip , augmentation_random_rotation  y
augmentation_random_zoom  en los datos de entrenami 
ento.

Valores válidos: cadena ("True" o "False").

Valor predeterminado: "False".
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Nombre del parámetro Descripción

augmentation_rando 
m_flip

Indica qué modo de volteo se debe utilizar para el aumento 
de datos cuando augmentation  está configurado en
"True". Para obtener más información, consulte RandomFlipla 
TensorFlow documentación.

Valores válidos: cadena ("horizontal_and_vertical" ,
"vertical"  o "None").

Valor predeterminado: "horizontal_and_vertical" .

augmentation_rando 
m_rotation

Indica el grado de rotación que se debe utilizar para el aumento 
de datos cuando augmentation  está establecido en "True". 
Los valores representan una fracción de 2π. Los valores 
positivos giran en sentido contrario a las agujas del reloj, 
mientras que los valores negativos giran en sentido horario. 0
significa que no hay rotación. Para obtener más información, 
consulte RandomRotationla TensorFlow documentación.

Valores válidos: flotante, con el rango [-1.0, 1.0].

Valor predeterminado: 0.2.

augmentation_rando 
m_zoom

Indica el grado de zoom vertical que se debe utilizar para el 
aumento de datos cuando augmentation  está establecido 
en "True". Los valores positivos se alejan, mientras que los 
valores negativos se acercan. 0 significa que no hay zoom. Para 
obtener más información, consulte RandomZoomla TensorFlow 
documentación.

Valores válidos: flotante, con el rango [-1.0, 1.0].

Valor predeterminado: 0.1.
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Nombre del parámetro Descripción

batch_size El tamaño del lote para la capacitación. Para el entrenamiento 
en instancias con varias GPU, este tamaño de lote se utiliza en 
todas las GPU.

Valores válidos: número entero positivo.

Valor predeterminado: 32.

beta_1 La versión beta1 del optimizador "adam". Representa la tasa 
de degradación exponencial para las estimaciones del primer 
momento. No se tiene en cuenta para otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.9.

beta_2 La versión beta2 del optimizador "adam". Representa la tasa 
de degradación exponencial para las estimaciones del segundo 
momento. No se tiene en cuenta para otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.999.

binary_mode Cuando binary_mode  se establece en "True", el modelo 
devuelve un único número de probabilidad para la clase positiva 
y puede utilizar opciones eval_metric  adicionales. Úselo 
solo para problemas de clasificación binaria.

Valores válidos: cadena ("True" o "False").

Valor predeterminado: "False".

dropout_rate La tasa de eliminación en la capa de eliminación, dentro de la 
capa de clasificación superior.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.2
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Nombre del parámetro Descripción

early_stopping Se establece en "True" a fin de usar una lógica de detención 
temprana durante el entrenamiento. Si es "False", no se utiliza 
la interrupción temprana.

Valores válidos: cadena ("True" o "False").

Valor predeterminado: "False".

early_stopping_min 
_delta

El cambio mínimo necesario para considerarse una mejora. Un 
cambio absoluto inferior al valor de early_stopping_min 
_delta  no se considera mejora. Solo se usa cuando
early_stopping  está establecido en "True".

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.0.

early_stopping_pat 
ience

El número de epochs (fechas de inicio) para seguir entrenando 
sin que haya mejoras. Solo se usa cuando early_stopping
está establecido en "True".

Valores válidos: número entero positivo.

Valor predeterminado: 5.

epochs El número de fechas de inicio de capacitación.

Valores válidos: número entero positivo.

Valor predeterminado: 3.
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Nombre del parámetro Descripción

epsilon El valor épsilon para los optimizadores "adam", "rmsprop" ,
"adadelta"  y "adagrad" . Se suele establecer en un valor 
pequeño para evitar la división por 0. No se tiene en cuenta para 
otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 1e-7.

eval_metric Si binary_mode  se establece en "False", eval_metric
solo puede ser "accuracy" . Si binary_mode  es "True", 
seleccione cualquiera de los valores válidos. Para obtener más 
información, consulte Métricas en la TensorFlow documenta 
ción.

Valores válidos: cadena ("accuracy" , "precision" ,
"recall", "auc" o "prc").

Valor predeterminado: "accuracy" .

image_resize_inter 
polation

Indica el método de interpolación utilizado al cambiar el tamaño 
de las imágenes. Para obtener más información, consulte
image.resize en la documentación. TensorFlow

Valores válidos: cadena ("bilinear" , "nearest" ,
"bicubic" , "area",  "lanczos3" , "lanczos5" ,
"gaussian"  o "mitchellcubic" ).

Valor predeterminado: "bilinear" .

initial_accumulato 
r_value

El valor inicial de los acumuladores o los valores de impulso por 
parámetro del optimizador "adagrad" . No se tiene en cuenta 
para otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.0001.
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Nombre del parámetro Descripción

label_smoothing Indica en qué medida se debe relajar la confianza en los valores 
de las etiquetas. Por ejemplo, si label_smoothing  es 0.1, 
las etiquetas que no son de destino serán 0.1/num_classes
y las etiquetas de destino serán 0.9+0.1/num_classes .

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.1.

learning_rate La tasa de aprendizaje del optimizador.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.001.

momentum El impulso para los optimizadores "sgd", "nesterov"  y
"rmsprop" . No se tiene en cuenta para otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.9.

optimizer El tipo de optimizador. Para obtener más información, consulte
Optimizadores en la documentación. TensorFlow

Valores válidos: cadena, ("adam", "sgd", "nesterov" ,
"rmsprop" ,  "adagrad"  o "adadelta" ).

Valor predeterminado: "adam".

regularizers_l2 El factor de regularización L2 de la capa densa en la capa de 
clasificación.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: .0001.
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Nombre del parámetro Descripción

reinitialize_top_l 
ayer

Si se establece en "Auto", los parámetros de la capa de 
clasificación superior se reinicializan durante el ajuste. Para 
el entrenamiento incremental, los parámetros de la capa 
de clasificación superior no se reinicializan, a no ser que se 
establezca en "True".

Valores válidos: cadena, "Auto", "True" o "False".

Valor predeterminado: "Auto".

rho El factor de descuento para el gradiente de los optimizadores
"adadelta"  y "rmsprop" . No se tiene en cuenta para otros 
optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.95.

train_only_top_layer Si es "True", solo se ajustan los parámetros de la capa de 
clasificación superior. Si es "False", todos los parámetros del 
modelo se ajustan.

Valores válidos: cadena ("True" o "False").

Valor predeterminado: "False".

Ajuste una clasificación de imágenes: modelo TensorFlow

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.
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Métricas calculadas mediante el algoritmo de clasificación de imágenes TensorFlow

El algoritmo de clasificación de imágenes es un algoritmo supervisado. Informa una métrica de 
precisión que se calcula durante la capacitación. Al ajustar el modelo, elija esta métrica como la 
métrica objetivo.

Nombre de métrica Descripción Dirección de 
optimización

validatio 
n:accuracy

La ratio del número de predicciones correctas 
con respecto al número total de predicciones 
realizadas.

Maximizar

Clasificación de imágenes ajustable: hiperparámetros TensorFlow

Ajuste un modelo de clasificación de imágenes con los siguientes hiperparámetros. Estos son los 
hiperparámetros con mayor impacto en las métricas de objetivos de clasificación de imágenes:
batch_size, learning_rate y optimizer. Ajuste los hiperparámetros relacionados con 
el optimizador, como momentum, regularizers_l2, beta_1, beta_2 y eps, en función 
del optimizer seleccionado. Por ejemplo, utilice beta_1 y beta_2 solo cuando adam es el
optimizer.

Para obtener más información sobre los hiperparámetros que se utilizan en cada optimizer, 
consulte Clasificación de imágenes: TensorFlow hiperparámetros.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

batch_size IntegerParameterRanges MinValue: 8, 
MaxValue: 512

beta_1 ContinuousParameterRanges MinValue: 1e-6, 0,999 
MaxValue

beta_2 ContinuousParameterRanges MinValue: 1e-6, 0,999 
MaxValue
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

eps ContinuousParameterRanges MinValue: 1e-8,: 1,0 
MaxValue

learning_rate ContinuousParameterRanges MinValue: 1e-6,: 0,5 
MaxValue

momentum ContinuousParameterRanges MinValue: 0,0, 0,999 
MaxValue

optimizer CategoricalParameterRanges ['sgd', ‘adam’, 
‘rmsprop’, 'nesterov', 
'adagrad', 'adadelta']

regularizers_l2 ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,999

train_onl 
y_top_layer

ContinuousParameterRanges ['True', 'False']

Detección de objetos - MXNet

El algoritmo de detección de objetos - MXNet de Amazon SageMaker detecta y clasifica objetos 
en las imágenes mediante una única red neuronal profunda. Es un algoritmo de aprendizaje 
supervisado que toma como entrada e identifica todas las instancias de objetos dentro de la escena 
de una imagen. El objeto es categorizado en una de las clases en una colección especificada con 
una puntuación de confianza que pertenece a la clase. Su ubicación y escala en la imagen se indican 
con un cuadro delimitador rectangular. Utiliza el marco Single Shot multibox Detector (SSD) y admite 
dos redes de base: VGG y ResNet. La red puede ser capacitada a partir de cero, o con modelos que 
se han capacitado previamente en el conjunto de datos ImageNet.

Temas

• Interfaz de entrada/salida para el algoritmo de detección de objetos

• Recomendación de instancias EC2 para el algoritmo de detección de objetos

• Cuadernos de ejemplo de detección de objetos
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• Cómo funciona la detección de objetos

• Hiperparámetros de detección de objetos

• Ajuste de un modelo de detección de objetos

• Formatos de solicitud de detección de objeto y respuesta

Interfaz de entrada/salida para el algoritmo de detección de objetos

El algoritmo de detección de objetos de SageMaker admite tipos de contenido RecordIO 
(application/x-recordio) e imagen (image/png, image/jpeg y application/x-image) 
para el entrenamiento en modo de archivo, y admite RecordIO (application/x-recordio) para 
el entrenamiento en modo de canalización. Sin embargo también puede realizar la capacitación 
en modo de canalización mediante los archivos de imágenes (image/png, image/jpeg y
application/x-image), sin necesidad de crear archivos RecordIO, mediante el formato de 
manifiesto aumentado. El formato de entrada recomendado para los algoritmos de detección de 
objeto de Amazon SageMaker es Apache MXNet RecordIO. Sin embargo, también pueden utilizar 
imágenes sin procesar en formato .jpg o .png. El algoritmo solo admite application/x-image
para la inferencia.

Note

Para conservar una mejor interoperabilidad con los marcos de trabajo de aprendizaje 
profundo existentes, esto difiere de los formatos de datos protobuf utilizados comúnmente 
por otros algoritmos de Amazon SageMaker.

Consulte Cuadernos de ejemplo de detección de objetos para más información sobre formatos de 
datos.

Capacitación con el formato RecordIO

Si utiliza el formato RecordIO para la capacitación, especifique los canales de capacitación 
y validación como valores para el parámetro InputDataConfig de la solicitud
CreateTrainingJob. Especifique un archivo RecordIO (.rec) en el canal de capacitación y un 
archivo RecordIO en el canal de validación. Establezca el tipo de canal para ambos canales en
application/x-recordio. Un ejemplo de cómo generar un archivo RecordIO se encuentra 
en el bloc de notas de muestras de detección de objetos. También puede utilizar herramientas de
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GluonCV de MXNet para generar archivos RecordIO para conjuntos de datos populares, como
PASCAL Visual Object Classes y Common Objects in Context (COCO).

Capacitación con el formato de imagen

Si utiliza el formato de imagen para la capacitación, especifique los canales train, validation,
train_annotation y validation_annotation como valores para el parámetro
InputDataConfig de la solicitud CreateTrainingJob. Especifique los archivos de datos de 
imagen individuales (.jpg or .png) para los canales de capacitación y validación. Para los datos de 
comentario, puede utilizar el formato JSON. Especifique los archivos .json correspondientes en 
los canales train_annotation y validation_annotation. Establezca el tipo de contenido 
para los cuatro canales en image/png o image/jpeg en función del tipo de imagen. También 
puede utilizar el tipo de contenido application/x-image cuando su conjunto de datos contiene 
imágenes .jpg y .png. A continuación se muestra un ejemplo de un archivo .json.

{ 
   "file": "your_image_directory/sample_image1.jpg", 
   "image_size": [ 
      { 
         "width": 500, 
         "height": 400, 
         "depth": 3 
      } 
   ], 
   "annotations": [ 
      { 
         "class_id": 0, 
         "left": 111, 
         "top": 134, 
         "width": 61, 
         "height": 128 
      }, 
      { 
         "class_id": 0, 
         "left": 161, 
         "top": 250, 
         "width": 79, 
         "height": 143 
      }, 
      { 
         "class_id": 1, 
         "left": 101, 
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         "top": 185, 
         "width": 42, 
         "height": 130 
      } 
   ], 
   "categories": [ 
      { 
         "class_id": 0, 
         "name": "dog" 
      }, 
      { 
         "class_id": 1, 
         "name": "cat" 
      } 
   ]
}

Cada imagen necesita un archivo.json para comentarios y el archivo.json debe tener el 
mismo nombre que la imagen correspondiente. El nombre del archivo .json anterior debe ser 
"sample_image1.json". Existen cuatro propiedades en el archivo .json de comentarios. La 
propiedad "file" especifica la ruta relativa del archivo de imagen. Por ejemplo, si sus imágenes 
de capacitación y correspondientes archivos .json se almacenan en s3://your_bucket/train/
sample_image y s3://your_bucket/train_annotation, especifique la ruta para sus canales de 
capacitación y train_annotation como s3://your_bucket/train y s3://your_bucket/train_annotation, 
respectivamente.

En el archivo .json, la ruta relativa para una imagen denominada sample_image1.jpg debe ser 
sample_image/sample_image1.jpg. La propiedad "image_size" especifica las dimensiones de 
la imagen global. El algoritmo de detección de objetos SageMaker actualmente solo es compatible 
con imágenes de 3 canales. La propiedad "annotations" especifica las categorías y cuadros 
delimitadores para los objetos dentro de la imagen. Cada objeto se comenta con un "class_id"
índice y con cuatro coordenadas del cuadro delimitador ("left", "top", "width", "height"). 
Los "left" valores (coordenada x) y "top" (coordenada y) representan la esquina superior 
izquierda del cuadro delimitador. Los "width" valores (coordenada x) y "height" (coordenada 
y) representan las dimensiones del cuadro delimitador. El origen (0, 0) es la esquina superior 
izquierda de toda la imagen. Si tiene varios objetos dentro de una imagen, todos los comentarios 
deben incluirse en un solo archivo .json. La propiedad "categories" almacena el mapeo entre el 
índice de clase y el nombre de clase. Los índices de clase se deben numerar sucesivamente y la 
numeración debe comenzar por 0. La propiedad "categories" es opcional para el archivo .json de 
comentarios
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Capacitación con formato de imagen de manifiesto aumentado

El formato de manifiesto aumentado le permite realizar la capacitación en modo de canalización 
mediante los archivos de imágenes sin necesidad de crear archivos RecordIO. Debe especificar los 
canales de capacitación y de validación como valores para el parámetro InputDataConfig de 
la solicitud CreateTrainingJob. Cuando utilice el formato, es necesario generar un archivo de 
manifiesto de S3 que contenga la lista de imágenes y sus comentarios correspondientes. El formato 
del archivo de manifiesto debe tener el formato líneas de JSON en el que cada línea representa 
una muestra. Las imágenes se especifican utilizando la etiqueta 'source-ref' que apunta a 
la ubicación de S3 de la imagen. Los comentarios se proporcionan bajo el valor del parámetro
"AttributeNames" tal y como se especifica en la solicitud CreateTrainingJob. También 
puede contener metadatos adicionales en la etiqueta de metadata pero el algoritmo los omite. 
En el siguiente ejemplo, los "AttributeNames se encuentran en la lista ["source-ref", 
"bounding-box"]:

{"source-ref": "s3://your_bucket/image1.jpg", "bounding-box":{"image_size":[{ "width": 
 500, "height": 400, "depth":3}], "annotations":[{"class_id": 0, "left": 111, "top": 
 134, "width": 61, "height": 128}, {"class_id": 5, "left": 161, "top": 250, "width": 
 80, "height": 50}]}, "bounding-box-metadata":{"class-map":{"0": "dog", "5": "horse"}, 
 "type": "groundtruth/object-detection"}}
{"source-ref": "s3://your_bucket/image2.jpg", "bounding-box":{"image_size":[{ "width": 
 400, "height": 300, "depth":3}], "annotations":[{"class_id": 1, "left": 100, "top": 
 120, "width": 43, "height": 78}]}, "bounding-box-metadata":{"class-map":{"1": "cat"}, 
 "type": "groundtruth/object-detection"}}

El orden de los "AttributeNames" en los archivos de entrada importa a la hora de capacitar el 
algoritmo de detección de objetos. Acepta datos canalizados en un orden específico, con image
primero, seguido de annotations. Por tanto "AttributeNames" en este ejemplo se facilitan con
"source-ref" primero, seguido de "bounding-box". Cuando se utiliza la detección de objetos 
con manifiesto aumentado, el valor del parámetro RecordWrapperType se debe establecer como
"RecordIO".

Para obtener más información sobre archivos de manifiesto aumentado, consulte Proporcione 
metadatos del conjunto de datos a trabajos de capacitación con un archivo de manifiesto aumentado.

Entrenamiento incremental

También puede propagar el entrenamiento de un nuevo modelo con los artefactos de un modelo 
entrenado anteriormente con SageMaker. El entrenamiento incremental supone un ahorro de tiempo 
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cuando queremos entrenar un nuevo modelo con datos idénticos o similares. Los modelos de 
detección de objetos de SageMaker solo se pueden iniciar con otro modelo de detección de objetos 
integrado y entrenado en SageMaker.

Para utilizar un modelo capacitado previamente, en la solicitud CreateTrainingJob, especifique 
el ChannelName como el "modelo" en el parámetro InputDataConfig. Establezca ContentType
para el canal de modelo en application/x-sagemaker-model Los hiperparámetros de entrada 
del nuevo modelo y del modelo capacitado previamente cargado al canal de modelos tienen que 
tener la misma configuración para los parámetros de entrada base_network y num_classes. 
Estos parámetros definen la arquitectura de red. Para el archivo de modelo prentrenado, utilice los 
artefactos de modelos comprimidos (en formato .tar y .gz) generados por SageMaker. Puede usar los 
formatos RecordIO o de imagen para los datos de entrada.

Para obtener más información sobre la capacitación incremental e instrucciones sobre cómo usarla, 
consulte Uso del entrenamiento incremental en Amazon SageMaker.

Recomendación de instancias EC2 para el algoritmo de detección de objetos

El algoritmo de detección de objetos es compatible con las familias de instancias de GPU P2, P3, 
G4dn y G5. Recomendamos utilizar instancias de GPU con más memoria para la capacitación con 
tamaños grandes de lotes. Puede ejecutar el algoritmo de detección de objetos en configuraciones 
de varias máquinas o varias GPU para el entrenamiento distribuido.

Para la inferencia, puede usar instancias CPU (como C5 y M5) e instancias GPU (como P3 y G4dn).

Cuadernos de ejemplo de detección de objetos

Para ver un ejemplo de cuaderno que muestra cómo utilizar el algoritmo de detección de objetos de 
SageMaker para entrenar y alojar un modelo en el

conjunto de datos Caltech Birds (CUB 200 2011) usando el algoritmo Single Shot Multibox Detector, 
consulte Amazon SageMaker Object Detection for Bird Species. Para obtener instrucciones sobre 
cómo crear instancias de cuadernos de Jupyter que pueda utilizar para ejecutar el ejemplo en 
SageMaker, consulte Instancias de Amazon SageMaker Notebook. Una vez que haya creado una 
instancia de cuaderno y la haya abierto, seleccione la pestaña Ejemplos de SageMaker para ver una 
lista de todas las muestras de SageMaker. El bloc de notas de ejemplo de detección de objetos que 
utiliza el algoritmo de detección de objetos se encuentra en la sección Introducción a los algoritmos 
de Amazon. Para abrir un bloc de notas, haga clic en la pestaña Use (Usar) y seleccione Create copy 
(Crear copia).
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Cómo funciona la detección de objetos

El algoritmo de detección de objetos identifica y localiza todas las instancias de objetos en una 
imagen de un conjunto de categorías de objetos. El algoritmo toma una imagen como entrada 
y genera la categoría a la que pertenece el objeto, junto con una puntuación de confianza que 
pertenece a la categoría. El algoritmo también predice la ubicación y escala de cada objeto con un 
cuadro delimitador rectangular. La detección de objeto de Amazon SageMaker utiliza el algoritmo 
Single Shot multibox Detector (SSD) que toma una de red neuronal convolucional precapacitada 
(CNN) para la tarea de clasificación como la red de base. SSD utiliza la salida de capas intermedias 
como características para la detección.

Varias CNNs como VGG y ResNet han logrado un gran rendimiento en la tarea de clasificación 
de imágenes. Detección de objetos en Amazon SageMaker admite VGG-16 y ResNet-50 como 
red base para SSD. El algoritmo puede ser capacitado en modo de capacitación completa o en 
modo de aprendizaje de transferencia. En el modo de capacitación completa, la red base se 
inicializa con ponderaciones aleatorias y después se capacita con los datos de usuario. En el 
modo de aprendizaje de transferencia, las ponderaciones de la red base se cargan desde modelos 
capacitados previamente.

El algoritmo de detección de objetos utiliza operaciones de aumento de datos estándar, como, por 
ejemplo, flip, rescale y jittery sobre la marcha internamente para ayudar a evitar ajustes excesivos.

Hiperparámetros de detección de objetos

En la solicitud CreateTrainingJob, especifique el algoritmo de capacitación que desee utilizar. 
También puede especificar hiperparámetros específicos de algoritmo que se utilizan para ayudar 
a calcular los parámetros del modelo desde un conjunto de datos de capacitación. En la siguiente 
tabla, aparecen los hiperparámetros proporcionados por Amazon SageMaker para entrenar 
el algoritmo de detección de objetos. Para obtener más información sobre cómo funciona la 
capacitación de objetos, consulte Cómo funciona la detección de objetos.

Nombre del parámetro Descripción

num_classes El número de clases de salida. Este parámetro define las 
dimensiones de la salida de red y normalmente se establece en 
el número de clases en el conjunto de datos.

Obligatorio
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Nombre del parámetro Descripción

Valores válidos: número entero positivo

num_training_samples El número de ejemplos de capacitación en el conjunto de datos 
de entrada.

Note

Si se produce una falta de coincidencia entre este valor 
y el número de muestras en el conjunto de capacitac 
ión, el comportamiento del parámetro lr_schedu 
ler_step  será indefinido y la precisión distribuida de 
la capacitación podrá verse afectada.

Obligatorio

Valores válidos: número entero positivo

base_network La arquitectura de red base a utilizar.

Opcional

Valores válidos: "vgg-16" o "resnet-50'

Valor predeterminado: 'vgg-16'

early_stopping True para utilizar lógica de detención temprana durante la 
capacitación. False para no utilizarla.

Opcional

Valores válidos: True o False

Valor predeterminado: False
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Nombre del parámetro Descripción

early_stopping_min 
_epochs

El número mínimo de fechas de inicio que deben ejecutarse 
antes de que pueda invocarse la lógica de detención temprana. 
Se utiliza solo cuando early_stopping  = True.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

early_stopping_pat 
ience

El número de fechas de inicio que esperar antes de finalizar la 
capacitación si no se realiza ninguna mejora, tal como se define 
en el hiperparámetro early_stopping_tolerance , a la 
métrica relevante. Se utiliza solo cuando early_stopping  =
True.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 5

early_stopping_tol 
erance

El valor de tolerancia relativa que la mejora relativa en
validation:mAP , la precisión media ponderada (mAP), es 
necesario para superar para evitar detención una temprana. Si 
la proporción de cambio en la mAP dividida por la mejor mAP 
anterior es inferior al conjunto de valor early_stopping_tol 
erance , la detención temprana considerará que no hay 
mejora. Se utiliza solo cuando early_stopping  = True.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.0
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Nombre del parámetro Descripción

image_shape El tamaño de la imagen para imágenes de entrada. Reescalam 
os la imagen de entrada a una imagen cuadrada con este 
tamaño. Recomendamos utilizar 300 y 512 para un mejor 
rendimiento.

Opcional

Valores válidos: número entero positivo ≥300

Predeterminado: 300

epochs El número de fechas de inicio de capacitación.

Opcional

Valores válidos: número entero positivo

Predeterminado: 30
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Nombre del parámetro Descripción

freeze_layer_pattern La expresión regular (regex) para congelar capas en la red 
base. Por ejemplo, si establecemos freeze_layer_patte 
rn  = "^(conv1_|conv2_).*" , cualquier capa con un 
nombre que contenga "conv1_" o "conv2_" se congelará 
, lo que significa que las ponderaciones de estas capas no se 
actualizan durante la capacitación. Los nombres de capa se 
pueden encontrar en los archivos de símbolo de red vgg16-sym 
bol.json y resnet-50-symbol.json. Congelar una capa significa 
que sus ponderaciones no se pueden modificar más. Esto 
puede reducir considerablemente el tiempo de capacitación 
a cambio de pequeñas pérdidas en precisión. Esta técnica se 
utiliza generalmente en capacitación de transferencia dónde 
las capas inferiores de la red básica no tienen que volverse a 
capacitar.

Opcional

Valores válidos: cadena

Predeterminado: sin capas congeladas.
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Nombre del parámetro Descripción

kv_store El modo de sincronización de actualización de ponderación 
usado para la capacitación distribuido. Las ponderaciones 
pueden actualizarse de forma sincrónica o asíncrona en las 
máquinas. Las actualizaciones sincrónicas suelen proporcionar 
una mejor precisión que las asincrónicas, pero pueden ser más 
lentas. Consulte el tutorial de MXNet Distributed Training para 
obtener más información.

Note

Este parámetro no es aplicable a la capacitación de una 
máquina.

Opcional

Valores válidos: 'dist_sync'  o 'dist_async'

• 'dist_sync' : los gradientes se sincronizan después de 
cada lote con todos los procesos de trabajo. Con 'dist_syn 
c' , el tamaño de lote significa ahora el tamaño de lote 
utilizado en cada máquina. Por lo tanto, si hay n máquinas 
y utilizamos el tamaño de lote b, dist_sync se comporta una 
máquina individual con el tamaño de lote n*b.

• 'dist_async' : realiza actualizaciones asíncronas. Las 
ponderaciones se actualizan cuando se reciben los gradiente 
s desde cualquier máquina y las actualizaciones de ponderaci 
ón son atómicas. Sin embargo, el orden no se garantiza.

Predeterminado: -
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Nombre del parámetro Descripción

label_width La anchura de la etiqueta de relleno de fuerza que se utiliza 
para la sincronización entre la capacitación y los datos de 
validación. Por ejemplo, si una imagen de los datos contiene un 
máximo de 10 objetos y cada comentario del objeto se especific 
a con 5 números, [class_id, izquierda, parte superior, ancho, 
alto], el label_width  no puede tener una longitud inferior a 
(10*5 + longitud de información del encabezado). La información 
del encabezado suele ser de longitud 2. Le recomendamos que 
utilice un label_width  ligeramente mayor para la capacitac 
ión, como 60 en este ejemplo.

Opcional

Valores válidos: número entero positivo lo suficientemente 
grande como para admitir la mayor información de comentarios 
en los datos.

Predeterminado: 350

learning_rate La tasa de aprendizaje inicial.

Opcional

Valores válidos: número flotante en (0, 1]

Predeterminado: 0.001

lr_scheduler_factor La proporción para reducir la tasa de aprendizaje. Utilizado en 
combinación con el parámetro lr_scheduler_step  definido 
como lr_new = lr_old * lr_scheduler_factor .

Opcional

Valores válidos: número flotante en (0, 1)

Predeterminado: 0.1
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Nombre del parámetro Descripción

lr_scheduler_step Las fechas de inicio en las que reducir la tasa de aprendizaje. 
La tasa de aprendizaje se reduce en lr_scheduler_facto 
r  en las fechas de inicio (epochs) enumeradas en una cadena 
delimitada por comas: "epoch1, epoch2,...". Por ejemplo, si el 
valor se establece en "10, 20" y el lr_scheduler_facto 
r  se fija en 1/2, la tasa de aprendizaje será dividida a la mitad 
después de la décima fecha de inicio y de nuevo dividida a la 
mitad después de la vigésima fecha de inicio.

Opcional

Valores válidos: cadena

Valor predeterminado: cadena vacía

mini_batch_size El tamaño del lote para la capacitación. En una configuración 
de varias GPU de una sola máquina, cada GPU administra 
muestras de capacitación mini_batch_size /num_gpu. Para 
la capacitación de varias máquinas en el modo dist_sync

, el tamaño de lote real es mini_batch_size *número 
de máquinas. Un gran mini_batch_size  normalmente 
conduce a una capacitación más rápida, pero puede provocar 
un problema de falta de memoria. El uso de la memoria está 
relacionado con mini_batch_size , image_shape  y 
la base_network  arquitectura. Por ejemplo, en una sola 
instancia p3.2xlarge, el mayor mini_batch_size  sin un 
error de falta de memoria es de 32 con base_network estableci 
do en "resnet-50" y un image_shape  de 300. Con la misma 
instancia de base de datos, puede usar 64 como mini_batc 
h_size  con la red base vgg-16 y un image_shape  de 300.

Opcional

Valores válidos: número entero positivo

Predeterminado: 32
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Nombre del parámetro Descripción

momentum El impulso para sgd. No se tiene en cuenta para otros optimizad 
ores.

Opcional

Valores válidos: número flotante en (0, 1]

Predeterminado: 0.9

nms_threshold El umbral de supresión no máxima.

Opcional

Valores válidos: número flotante en (0, 1]

Predeterminado: 0.45

optimizer Los tipos de optimizador. Para obtener más información sobre 
los valores de optimizador, consulte la MXNet's API.

Opcional

Valores válidos: ["sgd", "adam", "rmsprop", "adadelta"]

Predeterminada: "sgd"

overlap_threshold La evaluación se solapa al umbral.

Opcional

Valores válidos: número flotante en (0, 1]

Predeterminado: 0.5
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Nombre del parámetro Descripción

use_pretrained_model Indica si usar un modelo capacitado previamente para capacitac 
ión. Si se establece en 1, se carga el modelo capacitado 
previamente con la arquitectura correspondiente y se utiliza para 
capacitación. De lo contrario, se realiza la capacitación de la red 
desde cero.

Opcional

Valores válidos: 0 o 1

Predeterminado: 1

weight_decay El coeficiente de decremento de ponderación para sgd y
rmsprop. No se tiene en cuenta para otros optimizadores.

Opcional

Valores válidos: número flotante en (0, 1)

Predeterminado: 0.0005

Ajuste de un modelo de detección de objetos

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.

Métricas calculadas por el algoritmo de detección de objetos

El algoritmo de detección de objetos informa sobre una única métrica durante la capacitación:
validation:mAP. Al ajustar un modelo, elija esta métrica como la métrica objetivo.
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Nombre de métrica Descripción Dirección de 
optimización

validation:mAP Precisión media ponderada (mAP) calculada en 
el conjunto de validación.

Maximizar

Hiperparámetros de detección de objetos ajustables

Ajuste el modelo de detección de objetos de Amazon SageMaker con los siguientes hiperparámetros. 
Los hiperparámetros que tienen el mayor impacto sobre la métrica objetivo de detección de objetos 
son: mini_batch_size, learning_rate y optimizer.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRange MinValue: 1e-6, 
MaxValue: 0,5

mini_batch_size IntegerParameterRanges MinValue: 8, 
MaxValue: 64

momentum ContinuousParameterRange MinValue: 0,0, 
MaxValue: 0,999

optimizer CategoricalParameterRanges ['sgd', 'adam', 
'rmsprop', 'adadelta']

weight_decay ContinuousParameterRange MinValue: 0,0, 
MaxValue: 0,999

Formatos de solicitud de detección de objeto y respuesta

Formato de las solicitudes

Consulte un modelo de capacitación mediante el punto de enlace del modelo. El punto de enlace 
acepta formatos de imagen.jpg y .png con image/jpeg y tipos de image/png contenido.
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Formatos de respuesta

La respuesta es el índice de clase con una puntuación de confianza y las coordenadas del cuadro 
delimitador para todos los objetos dentro de la imagen codificados en formato JSON. A continuación 
se muestra un ejemplo de respuesta de un archivo .json:

{"prediction":[ 
  [4.0, 0.86419455409049988, 0.3088374733924866, 0.07030484080314636, 
 0.7110607028007507, 0.9345266819000244], 
  [0.0, 0.73376623392105103, 0.5714187026023865, 0.40427327156066895, 
 0.827075183391571, 0.9712159633636475], 
  [4.0, 0.32643985450267792, 0.3677481412887573, 0.034883320331573486, 
 0.6318609714508057, 0.5967587828636169], 
  [8.0, 0.22552496790885925, 0.6152569651603699, 0.5722782611846924, 0.882301390171051, 
 0.8985623121261597], 
  [3.0, 0.42260299175977707, 0.019305512309074402, 0.08386176824569702, 
 0.39093565940856934, 0.9574796557426453]
]}

Cada fila en este archivo .json contiene una matriz que representa un objeto detectado. Cada una 
de estas matrices objeto se compone de una lista de seis números. El primer número es la etiqueta 
de clase predicha. El segundo número es la puntuación de confianza asociada para la detección. 
Los últimos cuatro números representan las coordenadas del cuadro delimitador [xmin, ymin, 
xmax, ymax]. Estos índices de esquinas del cuadro delimitador de salida están normalizados por 
el tamaño global de la imagen. Tenga en cuenta que esta codificación es diferente a la que utiliza 
el formato .json de entrada. Por ejemplo, en el resultado de la detección de la primera entrada, 
0,3088374733924866 es la coordenada izquierda (coordenada x de la esquina superior izquierda) 
del cuadro delimitador como relación del ancho de la imagen general, 0,07030484080314636 es 
la coordenada superior (coordenada y de la esquina superior izquierda) del cuadro delimitador 
como relación de la altura de la imagen general, 0,7110607028007507 es la coordenada derecha 
(coordenada x de esquina inferior derecha) del cuadro delimitador como relación del ancho de la 
imagen general y 0,9345266819000244 es la coordenada inferior (coordenada y de esquina inferior 
derecha) del cuadro delimitador como relación de la altura de la imagen general.

Para evitar los resultados de detección poco fiables, es posible que desee filtrar los resultados de la 
detección con bajas puntuaciones de confianza. En el cuaderno de muestra de detección de objetos, 
incluimos ejemplos de scripts que utilizan un umbral para eliminar las detecciones de baja fiabilidad y 
trazar recuadros delimitadores en las imágenes originales.

Uso de algoritmos integrados 3173

https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/object_detection_birds/object_detection_birds.ipynb


Amazon SageMaker Guía para desarrolladores

Para transformar por lotes, la respuesta se encuentra en formato JSON, donde el formato es idéntico 
al formato JSON descrito anteriormente. Los resultados de detección de cada imagen se representan 
como un archivo JSON. Por ejemplo:

{"prediction": [[label_id, confidence_score, xmin, ymin, xmax, ymax], [label_id, 
 confidence_score, xmin, ymin, xmax, ymax]]}

Para obtener más información capacitación e inferencia, consulte el Cuadernos de ejemplo de 
detección de objetos.

SALIDA: Formato de respuesta JSON

accept: application/json;annotation=1

{ 
   "image_size": [ 
      { 
         "width": 500, 
         "height": 400, 
         "depth": 3 
      } 
   ], 
   "annotations": [ 
      { 
         "class_id": 0, 
         "score": 0.943, 
         "left": 111, 
         "top": 134, 
         "width": 61, 
         "height": 128 
      }, 
      { 
         "class_id": 0, 
         "score": 0.0013, 
         "left": 161, 
         "top": 250, 
         "width": 79, 
         "height": 143 
      }, 
      { 
         "class_id": 1, 
         "score": 0.0133, 
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         "left": 101, 
         "top": 185, 
         "width": 42, 
         "height": 130 
      } 
   ]
}

Detección de objetos - TensorFlow

El algoritmo Amazon SageMaker Object Detection es un TensorFlow algoritmo de aprendizaje 
supervisado que admite el aprendizaje por transferencia con muchos modelos previamente 
entrenados del TensorFlow Model Garden. Utilice el aprendizaje por transferencia para ajustar uno 
de los modelos previamente entrenados disponibles en su propio conjunto de datos, aunque no 
haya una gran cantidad de datos de imagen disponibles. El algoritmo de detección de objetos toma 
una imagen como entrada y genera una lista de casillas delimitadoras. Los conjuntos de datos de 
entrenamiento deben estar compuestos por imágenes en formato jpg, .jpeg o .png.

Temas

• Cómo utilizar el algoritmo de detección de SageMaker objetos TensorFlow

• Interfaz de entrada y salida para el TensorFlow algoritmo de detección de objetos

• Recomendación de instancia de Amazon EC2 para el algoritmo de detección de objetos 
TensorFlow

• Detección de objetos: TensorFlow ejemplos de cuadernos

• Cómo TensorFlow funciona la detección de objetos

• TensorFlow Modelos

• Detección de objetos: TensorFlow hiperparámetros

• Ajuste un modelo de detección de objetos TensorFlow

Cómo utilizar el algoritmo de detección de SageMaker objetos TensorFlow

Puede utilizar la detección de objetos, TensorFlow como un algoritmo SageMaker integrado en 
Amazon. La siguiente sección describe cómo utilizar la detección de objetos TensorFlow con el 
SDK de SageMaker Python. Para obtener información sobre cómo utilizar la detección de objetos, 
TensorFlow desde la interfaz de usuario clásica de Amazon SageMaker Studio, consulteSageMaker 
JumpStart.
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El TensorFlow algoritmo de detección de objetos admite el aprendizaje por transferencia mediante 
cualquiera de los TensorFlow modelos preentrenados compatibles. Para obtener una lista de 
todos los modelos prentrenados disponibles, consulte TensorFlow Modelos. Cada modelo 
prentrenado tiene un model_id de modelo único. En el siguiente ejemplo, se utiliza ResNet 50 
(model_id:tensorflow-od1-ssd-resnet50-v1-fpn-640x640-coco17-tpu-8) para ajustar 
con precisión un conjunto de datos personalizado. Todos los modelos previamente entrenados se 
descargan previamente del TensorFlow Hub y se almacenan en buckets de Amazon S3 para que los 
trabajos de capacitación se puedan ejecutar de forma aislada en la red. Utilice estos artefactos de 
entrenamiento de modelos pregenerados para construir un estimador. SageMaker

En primer lugar, recupere el URI de la imagen de Docker, del script de entrenamiento y del 
modelo prentrenado. Luego, cambie los hiperparámetros como crea conveniente. Puede ver un 
diccionario de Python con todos los hiperparámetros disponibles y sus valores predeterminados con
hyperparameters.retrieve_default. Para obtener más información, consulte Detección de 
objetos: TensorFlow hiperparámetros. Utilice estos valores para construir un estimador. SageMaker

Note

Los valores de hiperparámetros predeterminados son diferentes para los distintos modelos. 
Por ejemplo, para los modelos más grandes, el número predeterminado de epochs (fechas 
de inicio) es menor.

En este ejemplo, se utiliza el conjunto de datos PennFudanPed, que contiene imágenes de peatones 
en la calle. Hemos descargado previamente el conjunto de datos y hemos hecho que esté disponible 
en Amazon S3. Para ajustar su modelo, llame a .fit utilizando la ubicación de Amazon S3 del 
conjunto de datos de entrenamiento.

from sagemaker import image_uris, model_uris, script_uris, hyperparameters
from sagemaker.estimator import Estimator

model_id, model_version = "tensorflow-od1-ssd-resnet50-v1-fpn-640x640-coco17-tpu-8", 
 "*"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the Docker image
train_image_uri = 
 image_uris.retrieve(model_id=model_id,model_version=model_version,image_scope="training",instance_type=training_instance_type,region=None,framework=None)

# Retrieve the training script
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train_source_uri = script_uris.retrieve(model_id=model_id, model_version=model_version, 
 script_scope="training")

# Retrieve the pretrained model tarball for transfer learning
train_model_uri = model_uris.retrieve(model_id=model_id, model_version=model_version, 
 model_scope="training")

# Retrieve the default hyperparameters for fine-tuning the model
hyperparameters = hyperparameters.retrieve_default(model_id=model_id, 
 model_version=model_version)

# [Optional] Override default hyperparameters with custom values
hyperparameters["epochs"] = "5"

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/PennFudanPed_COCO_format/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-od-training"
s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

# Create an Estimator instance
tf_od_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location,
)

# Launch a training job
tf_od_estimator.fit({"training": training_dataset_s3_path}, logs=True)
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Para obtener más información sobre cómo utilizar el TensorFlow algoritmo de detección de 
SageMaker objetos para transferir el aprendizaje en un conjunto de datos personalizado, consulte el 
cuaderno Introducción a SageMaker TensorFlow la detección de objetos.

Interfaz de entrada y salida para el TensorFlow algoritmo de detección de objetos

Cada uno de los modelos previamente entrenados que aparecen en la TensorFlow sección Modelos 
se puede ajustar a cualquier conjunto de datos con cualquier número de clases de imágenes. Ten 
cuidado con el formato de los datos de entrenamiento para introducirlos en el modelo de detección 
de objetos. TensorFlow

• Formato de entrada de los datos de entrenamiento: los datos de entrenamiento deben estar en un 
directorio con un subdirectorio images y un archivo annotations.json.

A continuación se muestra un ejemplo con una estructura de directorios de entrada. El 
directorio de entrada debe alojarse en un bucket de Amazon S3 con una ruta similar a
s3://bucket_name/input_directory/. Tenga en cuenta que es obligatorio incluir / al final.

input_directory 
    |--images 
        |--abc.png 
        |--def.png 
    |--annotations.json

El archivo annotations.json debe contener información sobre los cuadros delimitadores y sus 
etiquetas de clase en forma de diccionario "images" y claves de "annotations". El valor de la 
clave "images" debe ser una lista de diccionarios. Debe haber un diccionario para cada imagen 
con la siguiente información: {"file_name": image_name, "height": height, "width":
width, "id": image_id}. El valor de la clave "annotations" debe ser también una lista de 
diccionarios. Debe haber un diccionario para cada cuadro delimitador con la siguiente información:
{"image_id": image_id, "bbox": [xmin, ymin, xmax, ymax], "category_id":
bbox_label}.

Tras el entrenamiento, se guarda un archivo de asignación de etiquetas y un modelo entrenado en 
su bucket de Amazon S3.

Uso de algoritmos integrados 3178

https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/object_detection_tensorflow/Amazon_Tensorflow_Object_Detection.ipynb


Amazon SageMaker Guía para desarrolladores

Entrenamiento incremental

Puedes iniciar el entrenamiento de un nuevo modelo con artefactos de un modelo con SageMaker 
el que te hayas entrenado anteriormente. El entrenamiento incremental supone un ahorro de tiempo 
cuando queremos entrenar un nuevo modelo con datos idénticos o similares.

Note

Solo puedes combinar un modelo de detección de SageMaker objetos con otro TensorFlow 
modelo de detección de objetos en el que hayas entrenado SageMaker. TensorFlow

Para el entrenamiento incremental, puede utilizar cualquier conjunto de datos, siempre y cuando el 
conjunto de clases siga siendo el mismo. El paso de entrenamiento incremental es similar al paso 
de ajuste; la diferencia es que, en lugar de comenzar con un modelo previamente entrenado, se 
comienza con un modelo ajustado existente. Para obtener más información sobre cómo utilizar 
el entrenamiento incremental con el cuaderno de detección de SageMaker objetos TensorFlow, 
consulte el cuaderno Introducción a SageMaker TensorFlow la detección de objetos.

Inferencia con el algoritmo de detección de objetos TensorFlow

Puede alojar el modelo ajustado que resulta de su entrenamiento en detección de TensorFlow 
objetos para realizar inferencias. Cualquier imagen de entrada para la inferencia debe estar en el 
formato .jpg, jpeg o .png y ser del tipo de contenido application/x-image. El TensorFlow 
algoritmo de detección de objetos cambia el tamaño de las imágenes de entrada automáticamente.

Al ejecutar la inferencia, se codifican en formato JSON los recuadros delimitadores, las clases 
pronosticadas y las puntuaciones de cada predicción. El TensorFlow modelo de detección de objetos 
procesa una sola imagen por solicitud y genera solo una línea. Lo siguiente es un ejemplo de una 
respuesta en formato JSON:

accept: application/json;verbose

{"normalized_boxes":[[xmin1, xmax1, ymin1, ymax1],....],  
    "classes":[classidx1, class_idx2,...],  
    "scores":[score_1, score_2,...],  
    "labels": [label1, label2, ...],  
    "tensorflow_model_output":<original output of the model>}
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Si accept está configurado en application/json, el modelo solo genera cuadros, clases y 
puntuaciones normalizados.

Recomendación de instancia de Amazon EC2 para el algoritmo de detección de objetos TensorFlow

El TensorFlow algoritmo de detección de objetos es compatible con todas las instancias de GPU 
para el entrenamiento, incluidas las siguientes:

• ml.p2.xlarge

• ml.p2.16xlarge

• ml.p3.2xlarge

• ml.p3.16xlarge

Para el entrenamiento con lotes grandes, recomendamos utilizar instancias de GPU con más 
memoria. Para la inferencia, se pueden usar instancias de CPU (como M5) o de GPU (P2 o P3). 
Para obtener una lista completa de instancias de SageMaker formación e inferencia en todas AWS 
las regiones, consulta Amazon SageMaker Pricing.

Detección de objetos: TensorFlow ejemplos de cuadernos

Para obtener más información sobre cómo utilizar el TensorFlow algoritmo de detección de 
SageMaker objetos para transferir el aprendizaje en un conjunto de datos personalizado, consulte el 
cuaderno Introducción a SageMaker TensorFlow la detección de objetos.

Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a ellas en las 
que puede ejecutar el ejemplo SageMaker, consulte. Instancias de Amazon SageMaker Notebook
Tras crear una instancia de bloc de notas y abrirla, seleccione la pestaña SageMakerEjemplos para 
ver una lista de todos los SageMaker ejemplos. Para abrir un bloc de notas, elija su pestaña Usar y 
elija Crear copia.

Cómo TensorFlow funciona la detección de objetos

El TensorFlow algoritmo de detección de objetos toma una imagen como entrada y predice 
los cuadros delimitadores y las etiquetas de los objetos. Varias redes de aprendizaje profundo 
MobileNet, como Inception ResNet, EfficientNet son muy precisas para la detección de objetos. 
También hay redes de aprendizaje profundo que se entrenan con conjuntos de datos de imágenes 
de gran tamaño, como Common Objects in Context (COCO), que tiene 328 000 imágenes. Tras 
entrenar una red con datos de COCO, puede ajustarla en un conjunto de datos, con el objetivo 
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principal de llevar a cabo tareas de detección de objetos más específicas. El TensorFlow algoritmo 
Amazon SageMaker Object Detection admite el aprendizaje por transferencia en muchos modelos 
previamente entrenados que están disponibles en el TensorFlow Model Garden.

Según el número de etiquetas de clase que figuren en tus datos de entrenamiento, se adjunta una 
capa de detección de objetos al TensorFlow modelo previamente entrenado que elijas. Luego, puede 
ajustar toda la red (lo que incluye el modelo prentrenado) o solo la capa de clasificación superior en 
los nuevos datos de entrenamiento. Con este método de aprendizaje por transferencia, es posible 
llevar a cabo el entrenamiento con conjuntos de datos más pequeños.

TensorFlow Modelos

Los siguientes modelos previamente entrenados están disponibles para su uso en el aprendizaje por 
transferencia con el TensorFlow algoritmo de detección de objetos.

El tamaño, la cantidad de parámetros, el tiempo de entrenamiento y la latencia de inferencia de 
estos modelos puede variar considerablemente para un conjunto de datos determinado. El mejor 
modelo para su caso de uso dependerá de la complejidad del conjunto de datos de ajuste y de sus 
necesidades con respecto al tiempo de entrenamiento, la latencia de inferencia o la precisión del 
modelo.

Nombre del modelo model_id Fuente

ResNet50 V1 FPN 640 tensorflow-od1-ssd 
-resnet50-v1-fpn-6 
40x640-coco17-tpu-8

TensorFlow Model Garden 
Link

EfficientDet D0 512 tensorflow-od1-ssd 
-efficientdet-d0-5 
12x512-coco17-tpu-8

TensorFlow Enlace a Model 
Garden

EfficientDet D1 640 tensorflow-od1-ssd 
-efficientdet-d1-6 
40x640-coco17-tpu-8

TensorFlow Enlace a Model 
Garden

EfficientDet D2 768 tensorflow-od1-ssd 
-efficientdet-d2-7 
68x768-coco17-tpu-8

TensorFlow Enlace a Model 
Garden
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Nombre del modelo model_id Fuente

EfficientDet D3 896 tensorflow-od1-ssd 
-efficientdet-d3-8 
96x896-coco17-tpu- 
32

TensorFlow Enlace a Model 
Garden

MobileNet V1 FPN 640 tensorflow-od1-ssd 
-mobilenet-v1-fpn- 
640x640-coco17-tpu 
-8

TensorFlow Enlace a Model 
Garden

MobileNet FPNlite V2 320 tensorflow-od1-ssd 
-mobilenet-v2-fpnl 
ite-320x320-coco17-
tpu-8

TensorFlow Enlace a Model 
Garden

MobileNet FPNlite 640 V2 tensorflow-od1-ssd 
-mobilenet-v2-fpnl 
ite-640x640-coco17-
tpu-8

TensorFlow Enlace a Model 
Garden

ResNet50 V1 FPN 1024 tensorflow-od1-ssd 
-resnet50-v1-fpn-1 
024x1024-coco17-tp 
u-8

TensorFlow Model Garden 
Link

ResNet101 V1 FPN 640 tensorflow-od1-ssd 
-resnet101-v1-fpn- 
640x640-coco17-tpu 
-8

TensorFlow Model Garden 
Link

ResNet101 V1 FPN 1024 tensorflow-od1-ssd 
-resnet101-v1-fpn- 
1024x1024-coco17-t 
pu-8

TensorFlow Model Garden 
Link
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Nombre del modelo model_id Fuente

ResNet152 V1 FPN 640 tensorflow-od1-ssd 
-resnet152-v1-fpn- 
640x640-coco17-tpu 
-8

TensorFlow Model Garden 
Link

ResNet152 V1 FPN 1024 tensorflow-od1-ssd 
-resnet152-v1-fpn- 
1024x1024-coco17-t 
pu-8

TensorFlow Model Garden 
Link

Detección de objetos: TensorFlow hiperparámetros

Los hiperparámetros son parámetros que se establecen antes de que un modelo de machine 
learning comience a aprender. Los siguientes hiperparámetros son compatibles con el TensorFlow 
algoritmo SageMaker integrado de detección de objetos de Amazon. Para obtener más información 
sobre el ajuste de hiperparámetros, consulte Ajuste un modelo de detección de objetos TensorFlow .

Nombre del parámetro Descripción

batch_size El tamaño del lote para la capacitación.

Valores válidos: número entero positivo.

Valor predeterminado: 3.

beta_1 La versión beta1 del optimizador "adam". Representa la tasa 
de degradación exponencial para las estimaciones del primer 
momento. No se tiene en cuenta para otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.9.

beta_2 La versión beta2 del optimizador "adam". Representa la tasa 
de degradación exponencial para las estimaciones del segundo 
momento. No se tiene en cuenta para otros optimizadores.
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Nombre del parámetro Descripción

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.999.

early_stopping Se establece en "True" a fin de usar una lógica de detención 
temprana durante el entrenamiento. Si es "False", no se utiliza 
la interrupción temprana.

Valores válidos: cadena ("True" o "False").

Valor predeterminado: "False".

early_stopping_min 
_delta

El cambio mínimo necesario para considerarse una mejora. Un 
cambio absoluto inferior al valor de early_stopping_min 
_delta  no se considera mejora. Solo se usa cuando
early_stopping  está establecido en "True".

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.0.

early_stopping_pat 
ience

El número de epochs (fechas de inicio) para seguir entrenando 
sin que haya mejoras. Solo se usa cuando early_stopping
está establecido en "True".

Valores válidos: número entero positivo.

Valor predeterminado: 5.

epochs El número de fechas de inicio de capacitación.

Valores válidos: número entero positivo.

Valor predeterminado: 5 para modelos más pequeños, 1 para 
modelos más grandes.
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Nombre del parámetro Descripción

epsilon El valor épsilon para los optimizadores "adam", "rmsprop" ,
"adadelta"  y "adagrad" . Se suele establecer en un valor 
pequeño para evitar la división por 0. No se tiene en cuenta para 
otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 1e-7.

initial_accumulato 
r_value

El valor inicial de los acumuladores o los valores de impulso por 
parámetro del optimizador "adagrad" . No se tiene en cuenta 
para otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.1.

learning_rate La tasa de aprendizaje del optimizador.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.001.

momentum El valor de impulso para los optimizadores "sgd" y "nesterov 
" . No se tiene en cuenta para otros optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.9.

optimizer El tipo de optimizador. Para obtener más información, consulte
Optimizadores en la TensorFlow documentación.

Valores válidos: cadena, ("adam", "sgd", "nesterov" ,
"rmsprop" ,  "adagrad"  o "adadelta" ).

Valor predeterminado: "adam".
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Nombre del parámetro Descripción

reinitialize_top_l 
ayer

Si se establece en "Auto", los parámetros de la capa de 
clasificación superior se reinicializan durante el ajuste. Para 
el entrenamiento incremental, los parámetros de la capa 
de clasificación superior no se reinicializan, a no ser que se 
establezca en "True".

Valores válidos: cadena, "Auto", "True" o "False".

Valor predeterminado: "Auto".

rho El factor de descuento para el gradiente de los optimizadores
"adadelta"  y "rmsprop" . No se tiene en cuenta para otros 
optimizadores.

Valores válidos: flotante, con el rango [0.0, 1.0].

Valor predeterminado: 0.95.

train_only_on_top_ 
layer

Si es "True", solo se ajustan los parámetros de la capa de 
clasificación superior. Si es "False", todos los parámetros del 
modelo se ajustan.

Valores válidos: cadena ("True" o "False").

Valor predeterminado: "False".

Ajuste un modelo de detección de objetos TensorFlow

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Para obtener más información acerca del ajuste de modelos, consulte Realice el ajuste automático 
del modelo con SageMaker.
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Métricas calculadas por el algoritmo de detección de objetos TensorFlow

Consulte la siguiente tabla para ver qué métricas calcula el TensorFlow algoritmo de detección de 
objetos.

Nombre de 
métrica

Descripción Dirección de 
optimización

Patrón de 
expresiones 
regulares

validatio 
n:localiz 
ation_loss

La pérdida de localización para la 
predicción de cuadros.

Minimizar Val_local 
ization=( 
[0-9\\.]+)

Detección de objetos ajustable: hiperparámetros TensorFlow

Ajuste el modelo de detección de objetos con los siguientes hiperparámetros. Los hiperparámetros 
que tienen el mayor impacto sobre las métricas objetivo de detección de objetos son batch_size,
learning_rate y optimizer. Ajuste los hiperparámetros relacionados con el optimizador, como
momentum, regularizers_l2, beta_1, beta_2 y eps, en función del optimizer seleccionado. 
Por ejemplo, utilice beta_1 y beta_2 solo cuando adam es el optimizer.

Para obtener más información sobre los hiperparámetros que se utilizan en cada optimizer, 
consulte Detección de objetos: TensorFlow hiperparámetros.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

batch_size IntegerParameterRanges MinValue: 8, 
MaxValue: 512

beta_1 ContinuousParameterRanges MinValue: 1e-6, 0,999 
MaxValue

beta_2 ContinuousParameterRanges MinValue: 1e-6, 0,999 
MaxValue

eps ContinuousParameterRanges MinValue: 1e-8,: 1,0 
MaxValue
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRanges MinValue: 1e-6,: 0,5 
MaxValue

momentum ContinuousParameterRanges MinValue: 0,0, 0,999 
MaxValue

optimizer CategoricalParameterRanges ['sgd', ‘adam’, 
‘rmsprop’, 'nesterov', 
'adagrad', 'adadelta']

regularizers_l2 ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,999

train_onl 
y_on_top_layer

CategoricalParameterRanges ['True', 'False']

initial_a 
ccumulato 
r_value

CategoricalParameterRanges MinValue: 0,0, 
MaxValue 0,999

Algoritmo de segmentación semántica

El algoritmo de segmentación semántica de SageMaker proporciona un sistema de nivel de píxel 
detallado para desarrollar aplicaciones de visión artificial. Etiqueta todos los píxeles en una imagen 
con una etiqueta de clase a partir de un conjunto de clases predefinido. El etiquetado es fundamental 
para comprender las escenas, algo crucial para un número cada vez mayor de aplicaciones de visión 
artificial tales como vehículos autónomos, diagnóstico de imágenes médicas y detección en robots.

A modo de comparación, Image Classification - MXNet de SageMaker es un algoritmo de aprendizaje 
supervisado que solo analiza imágenes completas y las clasifica en una de varias categorías 
resultantes. Detección de objetos - MXNet es un algoritmo de aprendizaje supervisado que detecta y 
clasifica todas las instancias de un objeto en una imagen. Indica la ubicación y escala de cada objeto 
en la imagen con un cuadro delimitador rectangular.

Como el algoritmo de segmentación semántica clasifica todos los píxeles de una imagen, 
también proporciona información sobre las formas de los objetos incluidos en ella. El resultado 
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de la segmentación se representa como una imagen de escala de grises, llamada máscara de 
segmentación. Una máscara de segmentación es una imagen de escala de grises con la misma 
forma que la imagen de entrada.

El algoritmo de segmentación semántica de SageMaker se ha creado utilizando el marco MXNet 
Gluon y el kit de herramientas Gluon CV. Le permite elegir entre tres algoritmos integrados para 
entrenar una red neuronal profunda. Puede usar el algoritmo de red totalmente convolucional (FCN) ,
el algoritmo de análisis de escena de pirámide (PSP) o DeepLabV3.

Cada uno de los tres algoritmos tiene dos componentes distintos:

• La base (o el codificador): una red que produce mapas de activación de características fiables.

• El decodificador: una red que construye la máscara de segmentación a partir de los mapas de 
activación codificados.

También tiene una opción de núcleos para los algoritmos FCN, PSP y DeepLabV3: ResNet50 
o ResNet101. Estos núcleos incluyen artefactos capacitados previamente que se capacitaron 
originalmente en la tarea de clasificación ImageNet. Puede ajustar estos núcleos para la 
segmentación con sus propios datos. O bien, puede inicializar y capacitar estas redes desde cero 
usando solo sus propios datos. Los descodificadores nunca se capacitan previamente.

Para implementar el modelo entrenado para inferencia, use el servicio de alojamiento de SageMaker. 
Durante la inferencia, puede solicitar la máscara de segmentación como imagen PNG o como un 
conjunto de probabilidades para cada clase para cada píxel. Puede usar estas máscaras como parte 
de una canalización mayor que incluya un procesamiento posterior adicional de las imágenes u otras 
aplicaciones.

Temas

• Cuadernos de ejemplo de segmentación semántica

• Interfaz de entrada/salida para el algoritmo de segmentación semántica

• Recomendación de la instancia EC2 para el algoritmo de segmentación semántica

• Hiperparámetros de segmentación semántica

• Ajuste de un modelo de segmentación semántica
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Cuadernos de ejemplo de segmentación semántica

Para ver un cuaderno de Jupyter de muestra que usa el algoritmo de segmentación semántica de 
SageMaker para entrenar un modelo e implementarlo para realizar inferencias, consulte Semantic 
Segmentation Example. Para obtener instrucciones sobre cómo crear instancias de cuadernos de 
Jupyter que pueda utilizar para ejecutar el ejemplo en SageMaker (y sobre cómo acceder a estas 
instancias), consulte Instancias de Amazon SageMaker Notebook.

Para ver una lista de todas las muestras de SageMaker, cree y abra una instancia de cuaderno y elija 
la pestaña Ejemplos de SageMaker. Los blocs de notas de segmentación semántica de ejemplo se 
encuentran en la sección sobre introducción a algoritmos de Amazon. Para abrir un bloc de notas, 
elija su pestaña Use (Usar) y elija Create copy (Crear copia).

Interfaz de entrada/salida para el algoritmo de segmentación semántica

La segmentación semántica de SageMaker espera que el conjunto de datos de entrenamiento 
del cliente esté en Amazon Simple Storage Service (Amazon S3). Una vez que se ha entrenado, 
produce los artefactos del modelo resultantes en Amazon S3. El formato de interfaz de entrada para 
la segmentación semántica de SageMaker es similar al de la mayoría de los conjuntos de datos 
de análisis comparativo de segmentación semántica estandarizados. Se espera que el conjunto 
de datos de Amazon S3 se presente en dos canales, uno para train y otro para validation, 
mediante cuatro directorios, dos para imágenes y dos para anotaciones. Se espera que los 
comentarios sean imágenes PNG sin comprimir. El conjunto de datos también podría tener un 
mapa de etiqueta que describa cómo se establecen los mapeos de comentarios. En caso contrario, 
el algoritmo usa un valor predeterminado. También admite el formato de imagen de manifiesto 
aumentado (application/x-image) para el entrenamiento en modo de entrada de canalización 
directamente desde Amazon S3. Para la inferencia, un punto de enlace acepta imágenes con un tipo 
de contenido image/jpeg.

Cómo funciona la capacitación

Los datos de capacitación se dividen en cuatro directorios: train, train_annotation,
validation y validation_annotation. Existe un canal para cada uno de estos directorios. 
El conjunto de datos también esperaba tener un archivo label_map.json por canal para
train_annotation y validation_annotation respectivamente. Si no proporciona estos 
archivos JSON, SageMaker proporciona el mapa de etiqueta establecido predeterminado.

El conjunto de datos que especifica estos archivos debe tener un aspecto similar al siguiente 
ejemplo:

Uso de algoritmos integrados 3190

https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_amazon_algorithms/semantic_segmentation_pascalvoc/semantic_segmentation_pascalvoc.html
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_amazon_algorithms/semantic_segmentation_pascalvoc/semantic_segmentation_pascalvoc.html
https://aws.amazon.com/s3/


Amazon SageMaker Guía para desarrolladores

s3://bucket_name 
    | 
    |- train 
                 | 
                 | - 0000.jpg 
                 | - coffee.jpg 
    |- validation 
                 | 
                 | - 00a0.jpg 
                 | - bananna.jpg 
    |- train_annotation 
                 | 
                 | - 0000.png 
                 | - coffee.png 
    |- validation_annotation 
                 | 
                 | - 00a0.png 
                 | - bananna.png 
    |- label_map 
                 | - train_label_map.json 
                 | - validation_label_map.json 

Cada imagen JPG de los directorios de validación y capacitación tiene una imagen de 
etiqueta PNG correspondiente con el mismo nombre en los directorios train_annotation y
validation_annotation. Esta convención de nomenclatura ayuda al algoritmo a asociar 
una etiqueta a su imagen correspondiente durante la capacitación. Los canales train,
train_annotation, validation y validation_annotation son obligatorios. Los comentarios 
son imágenes PNG de un solo canal. El formato funciona siempre que los metadatos (modos) de la 
imagen ayuden al algoritmo a leer las imágenes de comentarios en un número entero sin firmar de 
8 bits de un solo canal. Para obtener más información sobre nuestra compatibilidad con los modos, 
consulte la documentación de la biblioteca de imágenes Python. Recomendamos usar el modo P de 
color verdadero y píxel de 8 bits.

La imagen que se codifica es un entero de 8 bits sencillo al usar los modos. Para acceder 
de este mapeo a un mapa de una etiqueta, el algoritmo usa un archivo de mapeo por canal, 
denominado mapa de etiqueta. El mapa de etiqueta se usa para asignar los valores de la imagen 
con índices de etiqueta reales. En el mapa de etiqueta predeterminado, que se proporciona de forma 
predeterminada si no facilita uno, el valor de píxel de una matriz de comentarios (imagen) indexa 
la etiqueta directamente. Estas imágenes pueden ser archivos PNG de escala de grises o archivos 
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PNG indexados de 8 bits. El archivo de mapa de etiqueta para el caso predeterminado sin escala es 
el siguiente:

{ 
  "scale": "1"
}   

Para proporcionar contraste para su visualización, un software de comentarios escala las imágenes 
de etiqueta mediante una cantidad constante. Para ello, el algoritmo de segmentación semántica de 
SageMaker proporciona una opción de cambio de escalado para reducir verticalmente los valores a 
valores de etiqueta reales. Al reducir el escalado, no se convierte el valor en un entero adecuado, el 
valor predeterminado del algoritmo es el número entero mayor, menor o igual al valor de escala. El 
siguiente código muestra cómo establecer el valor de escala para cambiar el escalado de los valores 
de etiqueta:

{ 
  "scale": "3"
}   

En el siguiente ejemplo se muestra cómo se usa este valor "scale" para cambiar el escalado de los 
valores encoded_label de la imagen de comentario de entrada cuando se asignan a los valores
mapped_label que se van a usar en la capacitación. Los valores de etiqueta de la imagen de 
comentario de entrada son 0, 3, 6, con escala 3, por lo que se asignan a 0, 1, 2 para la capacitación:

encoded_label = [0, 3, 6]
mapped_label = [0, 1, 2]

En algunos casos, podría tener que especificar un mapeo de color concreto para cada clase. Use 
la opción de mapa en el mapeo de etiqueta como se muestra en el siguiente ejemplo de un archivo
label_map:

{ 
    "map": { 
        "0": 5, 
        "1": 0, 
        "2": 2 
    }
}
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Este mapeo de etiqueta para este ejemplo es:

encoded_label = [0, 5, 2]
mapped_label = [1, 0, 2]

Con los mapeos de etiqueta, puede usar diferentes sistemas de comentarios y software de 
comentarios para obtener datos sin mucho procesamiento previo. Puede proporcionar un mapa de 
etiqueta por canal. Los archivos para un mapa de etiqueta del canal label_map deben seguir las 
convenciones de nomenclatura para la estructura de cuatro directorios. Si no proporciona un mapa 
de etiqueta, el algoritmo adopta una escala de 1 (el valor predeterminado).

Capacitación con el formato de manifiesto aumentado

El formato de manifiesto aumentado le permite realizar la capacitación en modo de canalización 
mediante los archivos de imágenes sin necesidad de crear archivos RecordIO. El archivo de 
manifiesto aumentado contiene objetos de datos y debe aparecer en el formato de líneas JSON, 
como se describe en la solicitud CreateTrainingJob. Cada línea del manifiesto es una entrada 
que contiene el URI de Amazon S3 para la imagen y el URI para la imagen de la anotación.

Cada objeto JSON del archivo de manifiesto debe contener una clave source-ref. La clave
source-ref debe contener el valor del URI de Amazon S3 a la imagen. Las etiquetas se 
proporcionan en el valor de parámetro AttributeNames, como se especifica en la solicitud de
CreateTrainingJob. También puede contener metadatos adicionales en la etiqueta de metadatos, 
pero el algoritmo los omite. En el ejemplo siguiente, los AttributeNames se encuentran en la 
lista de imagen y referencias de anotaciones ["source-ref", "city-streets-ref"]. Estos 
nombres deben llevar -ref añadido. Cuando se utiliza el algoritmo de segmentación semántica con 
manifiesto aumentado, el valor del parámetroRecordWrapperType debe ser "RecordIO" y el valor 
del parámetro ContentType debe ser application/x-recordio.

{"source-ref": "S3 bucket location", "city-streets-ref": "S3 bucket location", "city-
streets-metadata": {"job-name": "label-city-streets", }}

Para obtener más información sobre archivos de manifiesto aumentado, consulte Proporcione 
metadatos del conjunto de datos a trabajos de capacitación con un archivo de manifiesto aumentado.

Entrenamiento incremental

También puede iniciar el entrenamiento de un nuevo modelo con un modelo que ha entrenado 
previamente con SageMaker. Esta capacitación incremental ahorra tiempo de capacitación si desea 
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capacitar un nuevo modelo con los mismos datos o datos similares. Actualmente, el entrenamiento 
incremental es compatible solo con modelos entrenados con la segmentación semántica de 
SageMaker integrada.

Para usar su propio modelo capacitado previamente, especifique ChannelName como "modelo" 
en InputDataConfig para la solicitud de CreateTrainingJob. Establezca ContentType
para el canal de modelo en application/x-sagemaker-model Los parámetros de entrada
backbone, algorithm, crop_size y num_classes que definen la arquitectura de red deben 
especificarse de forma coherente en los hiperparámetros de entrada del nuevo modelo y el modelo 
capacitado previamente que cargó en el canal de modelo. Para el archivo de modelo prentrenado, 
puede usar los artefactos comprimidos (.tar.gz) desde salidas de SageMaker. Solo puede usar 
formatos de imagen para los datos de entrada. Para obtener más información sobre la capacitación 
incremental e instrucciones sobre cómo usarla, consulte Uso del entrenamiento incremental en 
Amazon SageMaker.

Producir interfaces

Para consultar un modelo capacitado que se implementa en un punto de enlace, debe proporcionar 
una imagen y un AcceptType que indica el tipo de salida necesaria. El punto de enlace toma 
imágenes JPEG con un tipo de contenido image/jpeg. Si solicita un AcceptType de image/png, 
el algoritmo genera un archivo PNG con una máscara de segmentación en el mismo formato que 
las propias etiquetas. Si solicita un tipo de aceptación deapplication/x-recordio-protobuf, 
el algoritmo devuelve probabilidades de clase codificadas en formato recordio-protobuf. El último 
formato genera un tensor 3D donde la tercera dimensión tiene el mismo tamaño que el número de 
clases. Este componente denota la probabilidad de cada etiqueta de clase para cada píxel.

Recomendación de la instancia EC2 para el algoritmo de segmentación semántica

El algoritmo de segmentación semántica de SageMaker solo admite instancias GPU para el 
entrenamiento y recomendamos el uso de instancias GPU con más memoria para el entrenamiento 
con tamaños grandes de lotes. El algoritmo se puede entrenar con instancias P2, P3, G4dn o G5 en 
configuraciones de una sola máquina.

Para la inferencia, puede usar instancias CPU (como C5 y M5) e instancias GPU (como P3 y 
G4dn) o ambas. Para obtener información sobre los tipos de instancia que proporcionan diversas 
combinaciones de CPU, GPU, memoria y capacidad de red para la interfaz, consulte Tipos de 
instancias de Amazon SageMaker ML.
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Hiperparámetros de segmentación semántica

En las siguientes tablas, se incluyen los hiperparámetros admitidos por el algoritmo de segmentación 
semántica de Amazon SageMaker para la arquitectura de red, las entradas de datos y el 
entrenamiento. Especifique la segmentación semántica para la capacitación en el AlgorithmName
de la solicitud de CreateTrainingJob.

Hiperparámetros de arquitectura de red

Nombre del parámetro Descripción

backbone El núcleo que se va a usar para el componente de codificador del 
algoritmo.

Opcional

Valores válidos: resnet-50 , resnet-101

Valor predeterminado: resnet-50

use_pretr 
ained_model

Si un modelo capacitado previamente se va a usar para el núcleo.

Opcional

Valores válidos: True, False

Valor predeterminado: True

algorithm El algoritmo que se va a usar para la segmentación semántica.

Opcional

Valores válidos:

• fcn: Algoritmo de red totalmente convolucional (FCN)

• psp: Algoritmo de análisis de escena de pirámide (PSP)

• deeplab: Algoritmo DeepLab V3

Valor predeterminado: fcn
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Hiperparámetros de datos

Nombre del parámetro Descripción

num_classes El número de clases que se va a segmentar.

Obligatorio

Valores válidos: 2 ≤ entero positivo ≤ 254

num_train 
ing_samples

El número de muestras de los datos de capacitación. El algoritmo usa 
este valor para configurar el programador de la tasa de aprendizaje.

Obligatorio

Valores válidos: número entero positivo

base_size Define cómo se reescalan las imágenes antes de recortar. Las 
imágenes se reescalan de tal manera que la longitud de tamaño largo 
se establece en el base_size  multiplicado por un número aleatorio 
de 0,5 a 2,0, y el tamaño corto se calcula para preservar la relación de 
aspecto.

Opcional

Valores válidos: número entero positivo > 16

Valor predeterminado: 520

crop_size El tamaño de imagen de la entrada durante el entrenamiento. 
Reescalamos aleatoriamente la imagen de entrada en función del
base_size  y, a continuación, realizamos un recorte cuadrado 
aleatorio con una longitud lateral igual a crop_size . El crop_size

 de entrada se redondeará automáticamente hasta múltiplos de 8.

Opcional

Valores válidos: número entero positivo > 16

Valor predeterminado: 240
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Hiperparámetros de capacitación

Nombre del parámetro Descripción

early_stopping Si se usa una lógica de detención temprana durante la capacitación.

Opcional

Valores válidos: True, False

Valor predeterminado: False

early_sto 
pping_min_epochs

El número mínimo de fechas de inicio que se debe ejecutar.

Opcional

Valores válidos: número entero

Valor predeterminado: 5

early_sto 
pping_patience

El número de fechas de inicio que se ajustan a la tolerancia para un 
rendimiento más bajo antes de que el algoritmo fuerce una detención 
temprana.

Opcional

Valores válidos: número entero

Valor predeterminado: 4

early_sto 
pping_tolerance

Si la mejora relativa de la puntuación del trabajo de capacitación, 
mIOU, es más pequeña que este valor, la detención temprana 
considera que no se ha mejorado la fecha de inicio. Esta se usa solo 
cuando early_stopping  = True.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.0

epochs El número de fechas de inicio con el que se va a capacitar.
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Nombre del parámetro Descripción

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 10

gamma1 El factor de decremento del promedio de movimiento del gradiente 
cuadrado para rmsprop. Usado solo con rmsprop.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.9

gamma2 El factor de impulso para rmsprop.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.9

learning_rate La tasa de aprendizaje inicial.

Opcional

Valores válidos: 0 < número flotante ≤ 1

Valor predeterminado: 0.001
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Nombre del parámetro Descripción

lr_scheduler La forma de la programación de tasa de aprendizaje que controla su 
disminución con el tiempo.

Opcional

Valores válidos:

• step: un decaimiento gradual, en el que la tasa de aprendizaje 
se reduce (multiplica) por las lr_scheduler_factor  fechas 
de inicio (epochs) posteriores y especificadas por lr_schedu 
ler_step .

• poly: un decremento suave con una función polinómica.

• cosine: un decremento suave con una función de coseno.

Valor predeterminado: poly

lr_schedu 
ler_factor

Si lr_scheduler  se establece en step, la relación por la que se 
reduce (multiplica) learning_rate  después de cada una de las 
fechas de inicio (epochs) especificadas por lr_scheduler_step . 
De lo contrario, se ignora.

Opcional

Valores válidos: 0 ≤ número flotante ≤ 1

Valor predeterminado: 0.1
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Nombre del parámetro Descripción

lr_scheduler_step Una lista delimitada por comas de las fechas de inicio (epochs) 
después de las cuales learning_rate  se reduce (multiplica) por 
un lr_scheduler_factor . Por ejemplo, si el valor se establece 
en "10, 20", la learning-rate  se reduce por lr_schedu 
ler_factor  después de la décima fecha de inicio y, de nuevo, 
después de la vigésima fecha de inicio.

Es obligatorio si lr_scheduler  está establecido en step. De lo 
contrario, se ignora.

Valores válidos: cadena

Valor predeterminado: (no hay predeterminado, ya que el valor es 
obligatorio cuando se usa).

mini_batch_size El tamaño del lote para la capacitación. El uso de un mini_batc 
h_size  grande suele dar lugar a una capacitación más rápida, pero 
podría hacer que se quedara sin memoria. El uso de memoria se ve 
afectado por los valores de los parámetros mini_batch_size  e
image_shape , y la arquitectura de núcleo.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 16

momentum El impulso para el optimizador sgd. Cuando usa otros optimizadores, 
el algoritmo de segmentación semántica omite este parámetro.

Opcional

Valores válidos: 0 < flotante ≤ 1

Valor predeterminado: 0.9
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Nombre del parámetro Descripción

optimizer El tipo de optimizador. Para obtener más información sobre un 
optimizador, elija el enlace adecuado:

• adam: estimación de momento adaptativa

• adagrad: Descendiente de gradiente adaptativo

• nag: Nesterov accelerated gradient

• rmsprop: Root mean square propagation

• sgd: descenso de gradiente estocástico

Opcional

Valores válidos: adam, adagrad, nag, rmsprop, sgd

Valor predeterminado: sgd

syncbn Si se establece en True, la varianza y la media de normalización del 
lote se calculan en todas las muestras procesadas en las GPU.

Opcional

Valores válidos: True, False

Valor predeterminado: False
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Nombre del parámetro Descripción

validatio 
n_mini_ba 
tch_size

El tamaño del lote para la validación. Un mini_batch_size  grande 
suele dar lugar a una capacitación más rápida, pero podría hacer que 
se quedara sin memoria. El uso de memoria se ve afectado por los 
valores de los parámetros mini_batch_size  e image_shape , y 
la arquitectura de núcleo.

• Para puntuar la validación de toda la imagen sin cortar las 
imágenes, establezca este parámetro en 1. Use esta opción si 
desea medir el rendimiento de toda la imagen en su conjunto.

Note

El establecimiento del parámetro validation_mini_ba 
tch_size  en 1 hace que el algoritmo cree un nuevo 
modelo de red para todas las imágenes. Esto podría 
ralentizar la validación y la capacitación.

• Para cortar imágenes y dejar el tamaño especificado en el 
parámetro crop_size , incluso durante la evaluación, establezca 
este parámetro en un valor mayor que 1.

Opcional

Valores válidos: número entero positivo

Valor predeterminado: 16

weight_decay El coeficiente de degradación de ponderación para el optimizador sgd. 
Cuando usa otros optimizadores, el algoritmo omite este parámetro.

Opcional

Valores válidos: 0 < flotante < 1

Valor predeterminado: 0.0001
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Ajuste de un modelo de segmentación semántica

El ajuste de modelo automático, también conocido como ajuste de hiperparámetros, encuentra la 
mejor versión de un modelo ejecutando muchas tareas que probar una serie de hiperparámetros en 
su conjunto de datos. Usted elige los hiperparámetros que pueden ajustarse, un rango de valores 
para cada uno de ellos y una métrica objetiva. Puede elegir la métrica objetiva de las métricas que 
el algoritmo computa. El ajuste de modelo automático busca los hiperparámetros elegidos para 
encontrar la combinación de valores que obtienen el modelo que optimiza la métrica objetiva.

Métricas calculadas por el algoritmo de segmentación semántica

El algoritmo de segmentación semántica informa de dos métricas de validación. Al ajustar los valores 
de hiperparámetro, elija una de estas métricas como el objetivo.

Nombre de métrica Descripción Dirección de 
optimización

validation:mIOU El área de intersección de la segmentación 
prevista y la verdad fundamental dividida por el 
área de unión entre ambas para las imágenes 
del conjunto de validación. También se conoce 
como índice de Jaccard.

Maximizar

validatio 
n:pixel_a 
ccuracy

El porcentaje de píxeles que se clasifican 
correctamente en las imágenes del conjunto de 
validación.

Maximizar

Hiperparámetros ajustables de segmentación semántica

Puede ajustar los siguientes hiperparámetros para el algoritmo de segmentación semántica.

Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRange MinValue: 1e-4, 
MaxValue: 1e-1
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Nombre del 
parámetro

Tipo de parámetro Intervalos recomenda 
dos

mini_batch_size IntegerParameterRanges MinValue: 1, 
MaxValue: 128

momentum ContinuousParameterRange MinValue: 0,9, 
MaxValue: 0,999

optimzer CategoricalParameterRanges ["sgd", "adam", 
"adadelta"]

weight_decay ContinuousParameterRange MinValue: 1e-5, 
MaxValue: 1e-3

Utilizar el aprendizaje por refuerzo con Amazon SageMaker

El aprendizaje por refuerzo (RL) combina campos como la informática, la neurociencia y la psicología 
para determinar cómo se asignan situaciones a acciones para maximizar una señal de recompensa 
numérica. Esta noción de señal de recompensa en RL proviene de investigaciones neurocientíficas 
sobre cómo el cerebro humano toma decisiones para maximizar la recompensa y minimizar el 
castigo. En la mayoría de las situaciones, los seres humanos no reciben instrucciones explícitas 
sobre las acciones que deben realizar, sino que aprenden qué acciones producen recompensas más 
inmediatas y cómo esas acciones influyen en las situaciones y consecuencias futuras.

El problema de RL se formaliza utilizando los procesos de decisión de Markov (MDP), que se han 
tomado de la teoría de sistemas dinámicos. El objetivo de los MDP es capturar detalles de alto nivel 
sobre un problema real que un agente de aprendizaje encuentra durante un periodo de tiempo en el 
intento por lograr un objetivo final. El agente de aprendizaje debe determinar el estado actual de su 
entorno e identificar las posibles acciones que afectan al estado actual del agente de aprendizaje. 
Además, los objetivos del agente de aprendizaje deben estar estrechamente relacionados con el 
estado del entorno. Una solución a un problema formulada de este modo se denomina método de 
aprendizaje por refuerzo.
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¿Cuáles son las diferencias entre los paradigmas de aprendizaje por refuerzo, 
supervisado y no supervisado?

Machine learning se puede dividir en tres paradigmas de aprendizaje distintos: supervisado, no 
supervisado y por refuerzo.

En aprendizaje supervisado, un supervisor externo ofrece un conjunto de entrenamiento de ejemplos 
etiquetados. Cada ejemplo contiene información sobre una situación, pertenece a una categoría 
y tiene una etiqueta que identifica la categoría a la que pertenece. El objetivo del aprendizaje 
supervisado es generalizar para predecir correctamente situaciones que no están presentes en los 
datos de entrenamiento.

Por su parte, RL se ocupa de problemas interactivos, lo que hace inviable recopilar todos los 
ejemplos posibles de situaciones con las etiquetas correctas que pueda encontrar un agente. Este 
tipo de aprendizaje es más prometedor cuando un agente puede aprender con precisión de su propia 
experiencia y ajustarse en consecuencia.

En el aprendizaje no supervisado, un agente aprende descubriendo una estructura en datos no 
etiquetados. Si bien un agente de RL podría beneficiarse de descubrir una estructura basada en sus 
experiencias, el único propósito de RL es maximizar una señal de recompensa.

Temas

• ¿Por qué es importante el aprendizaje por refuerzo?

• Proceso de decisión de Markov (MDP)

• Características principales de Amazon SageMaker RL

• Cuadernos de ejemplo para aprendizaje por refuerzo

• Ejemplo de flujo de trabajo de RL con Amazon SageMaker RL

• Entornos de RL en Amazon SageMaker

• Entrenamiento distribuido con Amazon SageMaker RL

• Ajuste de hiperparámetros con Amazon SageMaker RL

¿Por qué es importante el aprendizaje por refuerzo?

RL es idóneo para resolver problemas grandes y complejos, por ejemplo, gestión de la cadena de 
suministro, sistemas de climatización, robótica industrial, inteligencia artificial para videojuegos, 
sistemas de diálogo y vehículos autónomos. Dado que los modelos de RL aprenden mediante un 
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proceso continuo de recepción de recompensas y penalizaciones por cada acción realizada por 
el agente, es posible entrenar a los sistemas para que tomen decisiones en entornos inciertos y 
dinámicos.

Proceso de decisión de Markov (MDP)

RL se basa en modelos denominados procesos de decisión de Markov (MDP). Un MDP se compone 
de una serie de pasos temporales. Cada paso temporal consta de los elementos siguientes:

Entorno

Define el espacio en el que el funciona el modelo de RL. Puede ser un entorno del mundo real o 
un simulador. Por ejemplo, si entrena un vehículo autónomo en una carretera física, se trataría 
de un entorno del mundo real. Si entrena un programa informático que modela la conducción de 
vehículos autónomos en una carretera, se trataría de un simulador.

Estado

Especifica toda la información sobre el entorno y los pasos anteriores que son pertinentes para 
el futuro. Por ejemplo, en un modelo de RL en el que un robot puede moverse en cualquier 
dirección, en cualquier paso temporal, la posición del robot en el paso temporal actual es el 
estado, ya que si sabemos dónde está el robot, no es necesario conocer los pasos que siguió 
para llegar ahí.

Acción

Lo que hace el agente. Por ejemplo, el robot avanza un paso.

Recompensa

Número que representa el valor del estado que se ha producido como consecuencia de la última 
acción que ejecutó el agente. Por ejemplo, si el objetivo es que un robot encuentre un tesoro, la 
recompensa por encontrar el tesoro podría ser 5 y la recompensa por no encontrarlo podría ser 0. 
El modelo de RL intenta encontrar una estrategia que optimice la recompensa acumulada a largo 
plazo. Esta estrategia se denomina política.

Observación

Información sobre el estado del entorno que está disponible para el agente en cada paso. Puede 
ser todo el estado o solo una parte del estado. Por ejemplo, el agente de un modelo de partida 
de ajedrez podría observar todo el estado del tablero en cualquier paso, pero un robot en un 
laberinto podría observar solo la pequeña parte del laberinto que ocupa en ese momento.
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Normalmente, el entrenamiento en RL se compone de muchos episodios. Un episodio se compone 
de todos los pasos temporales de un MDP, desde el estado inicial hasta que el entorno llega al 
estado terminal.

Características principales de Amazon SageMaker RL

Para entrenar modelos de RL en SageMaker RL, utilice los siguientes componentes:

• Un fotograma de aprendizaje profundo (DL). Actualmente, SageMaker admite RL en TensorFlow y 
Apache MXNet.

• Un conjunto de herramientas de RL. Un conjunto de herramientas de RL administra la interacción 
entre el agente y el entorno, y proporciona una amplia selección de los algoritmos de RL más 
avanzados. SageMaker admite los kits de herramientas Intel Coach y Ray RLlib. Para obtener 
información acerca de Intel Coach, consulte https://nervanasystems.github.io/coach/. Para obtener 
información acerca de Ray RLlib, consulte https://ray.readthedocs.io/en/latest/rllib.html.

• Un entorno de RL. Puede utilizar entornos personalizados, de código abierto o comerciales. Para 
obtener información, consulte Entornos de RL en Amazon SageMaker.

En el siguiente diagrama se muestran los componentes de RL que se admiten en SageMaker RL.
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Cuadernos de ejemplo para aprendizaje por refuerzo

Para ver ejemplos de código completos, consulte los cuadernos de ejemplo para aprendizaje por 
refuerzo en el repositorio de ejemplos de SageMaker.

Ejemplo de flujo de trabajo de RL con Amazon SageMaker RL

En el siguiente ejemplo se describen los pasos para desarrollar modelos de RL mediante Amazon 
SageMaker RL.

1. Formule el problema de RL: primero, formule el problema empresarial como un problema 
de RL. Por ejemplo, el escalado automático permite que los servicios aumenten o reduzcan 
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dinámicamente la capacidad en función de las condiciones que se definen. Actualmente es 
preciso configurar alarmas, políticas de escalado, umbrales y otros pasos manuales. Para 
solucionar esto con RL, definimos los componentes del proceso de decisión de Markov:

a. Objetivo: escalar la capacidad de la instancia para que coincida con el perfil de carga 
deseado.

b. Entorno: un entorno personalizado que incluye el perfil de carga. Genera una carga 
simulada con variaciones diarias y semanales y picos ocasionales. El sistema simulado 
tiene un retardo entre el momento en que se solicitan nuevos recursos y el momento en que 
estos pasan a estar disponibles para atender solicitudes.

c. Estado: la carga actual, el número de trabajos con error y el número de máquinas activas.

d. Acción: eliminar, añadir o mantener el mismo número de instancias.

e. Recompensa: una recompensa positiva por las transacciones realizadas correctamente y 
una penalización elevada por las transacciones con error que superen un umbral específico.

2. Definir el entorno de RL: el entorno de RL puede ser el mundo real en el que interactúa el agente 
de RL o una simulación del mundo real. Puede conectar entornos de código abierto y entornos 
personalizados desarrollados con interfaces Gym y entornos de simulación comerciales como 
MATLAB y Simulink.

3. Definir ajustes preestablecidos: los ajustes preestablecidos configuran los trabajos de 
entrenamiento de RL y definen los hiperparámetros de los algoritmos de RL.

4. Escribir el código de entrenamiento: escriba código de entrenamiento como script Python y 
páselo a un trabajo de entrenamiento de SageMaker. En el código de entrenamiento, importe los 
archivos de entorno y los archivos de ajustes preestablecidos y, a continuación, defina la función
main().

5. Entrenar el modelo de RL: utilice SageMaker RLEstimator en el Amazon SageMaker 
Python SDK para iniciar un trabajo de entrenamiento de RL. Si utiliza el modo local, el trabajo 
de entrenamiento se ejecuta en la instancia del bloc de notas. Si utiliza SageMaker para 
entrenamiento, puede seleccionar instancias de CPU o GPU. Almacene la salida del trabajo 
de entrenamiento en un directorio local si entrena en modo local o en Amazon S3 si utiliza un 
entrenamiento de SageMaker.

RLEstimator requiere la siguiente información como parámetros.

a. El directorio de origen donde se cargan el entorno, los ajustes preestablecidos y el código 
de entrenamiento.

b. La ruta al script de entrenamiento.
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c. El conjunto de herramientas de RL y el marco de aprendizaje profundo que desea utilizar. 
Esto se resuelve automáticamente en la ruta de Amazon ECR para el contenedor de RL.

d. Los parámetros de entrenamiento, como el recuento de instancias, el nombre del trabajo y 
la ruta de S3 para la salida.

e. Las definiciones de métricas que desea capturar en sus registros. Estas también se pueden 
visualizar en CloudWatch y en blocs de notas de SageMaker.

6. Visualice las métricas y los resultados del entrenamiento: una vez finalizado un trabajo de 
entrenamiento que utiliza un modelo de RL, puede ver las métricas que definió en los trabajos 
de entrenamiento en CloudWatch. También puede dibujar las métricas en un bloc de notas 
utilizando la biblioteca de análisis del Amazon SageMaker Python SDK. La visualización de 
métricas ayuda a comprender cómo mejora con el paso del tiempo el rendimiento del modelo 
medido por la recompensa.

Note

Si entrena en modo local, no puede visualizar métricas en CloudWatch.

7. Evaluar el modelo: los datos comprobados de los modelos entrenados previamente se pueden 
transferir para su evaluación e inferencia en el canal de puntos de control. En modo local, utilice 
el directorio local. En modo de entrenamiento de SageMaker, debe cargar primero los datos en 
S3.

8. Implementar modelos de RL: por último, implemente el modelo entrenado en un punto de 
conexión alojado en contenedores de SageMaker o en un dispositivo periférico mediante AWS 
IoT Greengrass.

Para obtener más información sobre RL con SageMaker, consulte la sección sobre el uso de RL con 
el SDK de SageMaker Python.

Entornos de RL en Amazon SageMaker

Amazon SageMaker RL utiliza entornos para imitar escenarios del mundo real. Teniendo en cuenta 
el estado actual del entorno y una acción realizada por el agente o los agentes, el simulador procesa 
el impacto de la acción y devuelve el siguiente estado y una recompensa. Los simuladores son útiles 
en los casos en los que no es seguro entrenar a un agente en el mundo real (por ejemplo, pilotar 
un dron) o si el algoritmo de RL tarda mucho tiempo en converger (por ejemplo, cuando juega al 
ajedrez).
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En el siguiente diagrama se muestra un ejemplo de las interacciones con un simulador para un juego 
de carreras automovilísticas.

El entorno de simulación se compone de un agente y un simulador. Aquí, una red neuronal 
convolucional (CNN) consume imágenes del simulador y genera acciones para controlar el mando 
de juego. Con varias simulaciones, este entorno genera datos de entrenamiento con el formato
state_t, action, state_t+1 y reward_t+1. La definición de la recompensa no es una cuestión 
trivial y repercute en la calidad del modelo de RL. Queremos proporcionar algunos ejemplos de las 
funciones de recompensa, pero queremos que el usuario las puedas configurar.

Temas

• Uso de la de la interfaz de OpenAI Gym para entornos en SageMaker RL

• Utilizar entornos de código abierto

• Utilizar entornos comerciales

Uso de la de la interfaz de OpenAI Gym para entornos en SageMaker RL

Para utilizar entornos de OpenAI Gym en SageMaker RL, utilice los siguientes elementos de la API. 
Para obtener más información acerca de OpenAI Gym, consulte la Documentación de Ray.

• env.action_space: define las acciones que el agente puede realizar, especifica si cada acción 
es continua o discreta y especifica el mínimo y el máximo si la acción es continua.

• env.observation_space: define las observaciones que el agente recibe desde el entorno, así 
como el mínimo y el máximo para observaciones continuas.

• env.reset(): inicializa un episodio de entrenamiento. La función reset() devuelve el 
estado inicial del entorno y el agente utiliza el estado inicial para ejecutar su primera acción. A 
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continuación, la acción se envía a step() repetidamente hasta que el episodio alcanza un estado 
terminal. Cuando step() regresa done = True, el episodio finaliza. El conjunto de herramientas 
de RL reinicializa el entorno llamando a reset().

• step(): toma la acción del agente como entrada y produce el siguiente estado del entorno, la 
recompensa, si el episodio ha terminado y un diccionario de infopara comunicar información de 
depuración. Es responsabilidad del entorno validar las entradas.

• env.render(): se utiliza para entornos que tienen visualización. El conjunto de herramientas de 
RL llama a esta función para capturar visualizaciones del entorno después de cada llamada a la 
función step().

Utilizar entornos de código abierto

Puede utilizar entornos de código abierto, como EnergyPlus y RoboSchool, en SageMaker RL 
creando su propio contenedor. Para obtener más información acerca de EnergyPlus, consulte https:// 
energyplus.net/. Para obtener más información acerca de RoboSchool, consulte https://github.com/ 
openai/roboschool. Los ejemplos de HVAC y RoboSchool del repositorio de ejemplos de SageMaker
muestran cómo crear un contenedor personalizado para usarlo con SageMaker RL:

Utilizar entornos comerciales

Puede utilizar entornos comerciales, como MATLAB y Simulink, en SageMaker RL creando su propio 
contenedor. Debe administrar sus propias licencias.

Entrenamiento distribuido con Amazon SageMaker RL

Amazon SageMaker RL es compatible con una entrenamiento distribuido de varios núcleos e 
instancias. En función del caso de uso, la implementación del entrenamiento o el entorno se puede 
distribuir. Por ejemplo, SageMaker RL funciona para los siguientes escenarios distribuidos:

• Una sola instancia de entrenamiento y varias instancias de implementación del mismo tipo de 
instancia. Para ver un ejemplo, consulte el ejemplo de compresión de redes neuronales del
repositorio de ejemplos de SageMaker.

• Instancia de entrenador única y varias instancias de implementación, en las que hay diferentes 
tipos de instancias para entrenamiento e implementaciones. Consulte el ejemplo de AWS 
DeepRacer / AWS RoboMaker en el repositorio de ejemplos de SageMaker.

• Instancia de entrenador única que utiliza varios núcleos para la implementación. Consulte el 
ejemplo de Roboschool en el repositorio de ejemplos de SageMaker. Esto resulta útil si el entorno 
de simulación es ligero y se puede ejecutar en un solo subproceso.
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• Varias instancias para entrenamiento e implementación. Consulte el ejemplo de Roboschool en el
repositorio de ejemplos de SageMaker.

Ajuste de hiperparámetros con Amazon SageMaker RL

Puede ejecutar un trabajo de ajuste de hiperparámetros para optimizar los hiperparámetros para 
Amazon SageMaker RL. El ejemplo de Roboschool en los cuadernos de ejemplo del repositorio de 
ejemplos de SageMaker muestra cómo puede hacerlo con RL Coach. El script del iniciador muestra 
cómo puede extraer parámetros del archivo de ajustes preestablecidos de Coach y optimizarlos.

Ejecuta tu código local como un trabajo SageMaker de formación
Puede ejecutar su código Python de aprendizaje automático (ML) local como un gran trabajo de 
SageMaker formación de Amazon de un solo nodo o como varios trabajos paralelos. Para ello, puede 
anotar el código con un decorador @remote, como se muestra en el siguiente ejemplo de código. 
Las funciones remotas no admiten el entrenamiento distribuido (en varias instancias).

@remote(**settings)
def divide(x, y): 
    return x / y

El SDK de SageMaker Python traducirá automáticamente tu entorno de espacio de trabajo existente 
y cualquier código de procesamiento de datos y conjuntos de datos asociados a un trabajo de 
SageMaker formación que se ejecuta en la plataforma de SageMaker formación. También puede 
activar una característica de caché persistente, que reducirá aún más la latencia de inicio de tareas 
al almacenar en caché los paquetes de dependencias descargados anteriormente. Esta reducción 
de la latencia de las tareas es mayor que la reducción de la latencia derivada del uso exclusivo de 
piscinas de agua caliente SageMaker gestionadas. Para obtener más información, consulte Uso de 
caché persistente.

Note

Las funciones remotas no admiten trabajos de entrenamiento distribuidos.

En las siguientes secciones, se muestra cómo anotar el código de ML local con un decorador 
@remote y cómo adaptar la experiencia a cada caso de uso. Esto incluye la personalización del 
entorno y la integración con SageMaker los experimentos.
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Temas

• Configurar el entorno

• Invocación de una función

• Archivo de configuración

• Personalizar el entorno de tiempo de ejecución

• Compatibilidad de imágenes de contenedor

• Registrar parámetros y métricas con Amazon SageMaker Experiments

• Uso de código modular con el decorador @remote

• Repositorio privado para las dependencias de tiempo de ejecución

• Cuadernos de ejemplo

Configurar el entorno

Elija una de las siguientes tres opciones para configurar el entorno.

Ejecuta tu código desde Amazon SageMaker Studio Classic

Puede anotar y ejecutar su código ML local desde SageMaker Studio Classic creando un SageMaker 
bloc de notas y adjuntando cualquier imagen disponible en SageMaker Studio Classic. Las siguientes 
instrucciones le ayudarán a crear un SageMaker bloc de notas, instalar el SDK de SageMaker 
Python y anotar el código con el decorador.

1. Cree un SageMaker bloc de notas y adjunte una imagen en SageMaker Studio Classic de la 
siguiente manera:

a. Siga las instrucciones de Launch Amazon SageMaker Studio Classic en la Guía para 
SageMaker desarrolladores de Amazon.

b. Seleccione Studio en el panel de navegación izquierdo. Se abre una nueva ventana.

c. En el cuadro de diálogo Get Started (Comenzar), seleccione un perfil de usuario en la flecha 
hacia abajo. Se abre una nueva ventana.

d. Selecciona Open Studio Classic.

e. Seleccione Open Launcher (Abrir lanzador) en el área de trabajo principal. Se abre una nueva 
página.

f. Seleccione Create notebook (Crear cuaderno) en el área de trabajo principal.
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g. Seleccione Base Python 3.0 en la flecha hacia abajo situada junto a Image (Imagen) en el 
cuadro de diálogo Change environment (Cambiar entorno).

El decorador @remote detecta automáticamente la imagen adjunta al cuaderno SageMaker 
Studio Classic y la utiliza para ejecutar el trabajo de SageMaker formación. Si se especifica
image_uri como argumento en el decorador o en el archivo de configuración, se utilizará el 
valor especificado en image_uri en lugar de la imagen detectada.

Para obtener más información sobre cómo crear una libreta en SageMaker Studio Classic, 
consulte la sección Crear una libreta desde el menú Archivo en Crear o abrir una libreta de 
Amazon SageMaker Studio Classic.

Para obtener una lista de las imágenes disponibles, consulte Imágenes de Docker compatibles.

2. Instala el SDK de SageMaker Python.

Para anotar el código con la función @remote en un cuaderno clásico de SageMaker Studio, debe 
tener instalado el SDK de SageMaker Python. Instale el SDK de SageMaker Python, como se 
muestra en el siguiente ejemplo de código.

!pip install sagemaker

3. Utilice el decorador @remote para ejecutar funciones en un trabajo de SageMaker formación.

Para ejecutar tu código ML local, primero crea un archivo de dependencias para indicar 
SageMaker dónde ubicar tu código local. Para ello, siga estos pasos:

a. En el área de trabajo principal de SageMaker Studio Classic Launcher, en Utilidades y 
archivos, elija Archivo de texto. Se abrirá una nueva pestaña con un archivo de texto llamado
untitled.txt.

Para obtener más información sobre la interfaz de usuario (UI) de SageMaker Studio Classic, 
consulte Descripción general de la interfaz de usuario de Amazon SageMaker Studio Classic.

b. Cambie el nombre de untitled.txt  a requirements.txt.

c. Añada todas las dependencias necesarias para el código junto con la SageMaker biblioteca 
arequirements.txt.

En la siguiente sección, se proporciona un ejemplo de requirements.txt para la función
divide, de la siguiente manera.
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sagemaker

d. Ejecute el código con el decorador remoto pasando el archivo de dependencias, de la siguiente 
manera.

from sagemaker.remote_function import remote

@remote(instance_type="ml.m5.xlarge", dependencies='./requirements.txt')
def divide(x, y): 
    return x / y

divide(2, 3.0)

Para ver ejemplos de código adicionales, consulte el cuaderno de ejemplo quick_start.ipynb.

Si ya utilizas un bloc de notas SageMaker Studio Classic e instalas el SDK de Python tal y 
como se indica en el punto 2. Instale el SDK de SageMaker Python, debe reiniciar el núcleo. 
Para obtener más información, consulte Uso de la barra de herramientas SageMaker Studio 
Classic Notebook en la Guía para SageMaker desarrolladores de Amazon.

Ejecuta tu código desde un SageMaker bloc de notas de Amazon

Puedes anotar tu código ML local desde una instancia de SageMaker bloc de notas. Las siguientes 
instrucciones muestran cómo crear una instancia de notebook con un núcleo personalizado, instalar 
el SDK de SageMaker Python y anotar el código con el decorador.

1. Cree una instancia de cuaderno con un kernel conda personalizado.

Puedes anotar tu código ML local con un decorador @remote para usarlo en un trabajo de 
formación. SageMaker En primer lugar, debe crear y personalizar una instancia de SageMaker 
bloc de notas para usar un núcleo con Python versión 3.7 o superior, hasta la 3.10.x. Para ello, 
siga estos pasos:

a. Abre la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

b. En el panel de navegación izquierdo, elija Notebook (Cuaderno) para ampliar sus opciones.

c. Seleccione Notebook Instances (Instancias de cuaderno) entre las opciones ampliadas.

d. Elija el botón Create Notebook Instance (Crear instancia de cuaderno). Se abre una nueva 
página.
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e. Para Notebook instance name (Nombre de la instancia de cuaderno), introduzva un nombre 
con un máximo de 63 caracteres y sin espacios. Caracteres válidos: A-Z, a-z, 0-9 y .:+=@ _%-
(guion).

f. En el cuadro de diálogo de Notebook instance settings (Configuración de instancias de 
cuaderno), expanda la flecha derecha situada junto a Additional Configuration (Configuración 
adicional).

g. En Lifecycle configuration - optional (Configuración del ciclo de vida (opcional)), expanda 
la flecha hacia abajo y seleccione Create a new lifecycle configuration (Crear una nueva 
configuración del ciclo de vida). Se abrirá un nuevo cuadro de diálogo.

h. En Name (Nombre), escriba un nombre para la configuración.

i. En el cuadro de diálogo Scripts, en la pestaña Start notebook (Iniciar cuaderno), sustituya el 
contenido existente del cuadro de texto por el siguiente script.

#!/bin/bash

set -e

sudo -u ec2-user -i <<'EOF'
unset SUDO_UID
WORKING_DIR=/home/ec2-user/SageMaker/custom-miniconda/
source "$WORKING_DIR/miniconda/bin/activate"
for env in $WORKING_DIR/miniconda/envs/*; do 
    BASENAME=$(basename "$env") 
    source activate "$BASENAME" 
    python -m ipykernel install --user --name "$BASENAME" --display-name "Custom 
 ($BASENAME)"
done
EOF

echo "Restarting the Jupyter server.."
# restart command is dependent on current running Amazon Linux and JupyterLab
CURR_VERSION_AL=$(cat /etc/system-release)
CURR_VERSION_JS=$(jupyter --version)

if [[ $CURR_VERSION_JS == *$"jupyter_core     : 4.9.1"* ]] && [[ $CURR_VERSION_AL 
 == *$" release 2018"* ]]; then 
 sudo initctl restart jupyter-server --no-wait
else 
 sudo systemctl --no-block restart jupyter-server.service
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fi

j. En el cuadro de diálogo Scripts, en la pestaña Create notebook (Crear cuaderno), sustituya el 
contenido existente del cuadro de texto por el siguiente script.

#!/bin/bash

set -e

sudo -u ec2-user -i <<'EOF'
unset SUDO_UID
# Install a separate conda installation via Miniconda
WORKING_DIR=/home/ec2-user/SageMaker/custom-miniconda
mkdir -p "$WORKING_DIR"
wget https://repo.anaconda.com/miniconda/Miniconda3-4.6.14-Linux-x86_64.sh -O 
 "$WORKING_DIR/miniconda.sh"
bash "$WORKING_DIR/miniconda.sh" -b -u -p "$WORKING_DIR/miniconda"  
rm -rf "$WORKING_DIR/miniconda.sh"
# Create a custom conda environment
source "$WORKING_DIR/miniconda/bin/activate"
KERNEL_NAME="custom_python310"
PYTHON="3.10"
conda create --yes --name "$KERNEL_NAME" python="$PYTHON" pip
conda activate "$KERNEL_NAME"
pip install --quiet ipykernel
# Customize these lines as necessary to install the required packages
EOF

k. Pulse el botón Create configuration (Crear configuración) en la parte inferior derecha de la 
ventana.

l. Pulse el botón Create notebook instance (Crear instancia de cuaderno) en la parte inferior 
derecha de la ventana.

m.Espere a que el estado de la instancia del bloc de notas cambie de Pendiente a InService.

2. Cree un cuaderno de Jupyter en la instancia del cuaderno.

Las siguientes instrucciones muestran cómo crear un cuaderno de Jupyter con Python 3.10 en la 
instancia recién creada. SageMaker

a. Una vez obtenido el estado de la instancia del bloc de notas del paso anterior InService, haga 
lo siguiente:
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i. Seleccione Open Jupyter (Abrir Jupyter) en Actions (Acciones) en la fila que contiene el 
nombre de la instancia de cuaderno recién creada. Esto abre un nuevo servidor de Jupyter.

b. En el servidor Jupyter, seleccione New (Nuevo) en el menú superior derecho.

c. En la flecha hacia abajo, seleccione conda_custom_python310. Esto crea un nuevo cuaderno 
de Jupyter que usa un kernel de Python 3.10. Este nuevo cuaderno de Jupyter ahora se puede 
utilizar de forma similar a un cuaderno de Jupyter local.

3. Instala el SDK de SageMaker Python.

Una vez que se ejecute el entorno virtual, instale el SDK de SageMaker Python mediante el 
siguiente ejemplo de código.

!pip install sagemaker

4. Utilice un decorador @remote para ejecutar funciones en un trabajo de SageMaker formación.

Si anotas tu código ML local con un decorador @remote dentro del SageMaker cuaderno, 
el equipo de SageMaker formación interpretará automáticamente la función de tu código y 
lo ejecutará como un SageMaker trabajo de formación. Para configurar el cuaderno, haga lo 
siguiente:

a. Seleccione el nombre del núcleo en el menú del bloc de notas de la instancia de SageMaker 
bloc de notas que creó en el paso 1, Crear una instancia de SageMaker Notebook con un 
núcleo personalizado.

Para obtener más información, consulte Cambiar una imagen o un kernel.

b. En la flecha hacia abajo, elija un kernel conda personalizado que utilice una versión de Python 
3.7 o superior.

Por ejemplo, al seleccionar conda_custom_python310 se elige el kernel de Python 3.10.

c. Elija Seleccionar.

d. Espere a que el estado del kernel se muestre como inactivo, lo que indica que el kernel se ha 
iniciado.

e. En el servidor Jupyter, seleccione New (Nuevo) en el menú superior derecho.

f. Junto a la flecha hacia abajo, selecciona Text file (Archivo de texto). Esto crea un nuevo archivo 
de texto llamado untitled.txt.

g. Cambie el nombre de untitled.txt a requirements.txt y añada todas las dependencias 
necesarias para el código junto con sagemaker.
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h. Ejecute el código con el decorador remoto pasando el archivo de dependencias, como se indica 
a continuación.

from sagemaker.remote_function import remote

@remote(instance_type="ml.m5.xlarge", dependencies='./requirements.txt')
def divide(x, y): 
    return x / y

divide(2, 3.0)

Para ver ejemplos de código adicionales, consulte el cuaderno de ejemplo quick_start.ipynb.

Ejecutar el código desde el IDE local

Puede anotar su código de ML local con un decorador @remote dentro del IDE local que prefiera. 
Los siguientes pasos muestran los requisitos previos necesarios, cómo instalar el SDK de Python y 
cómo anotar el código con el decorador @remote.

1. Instale los requisitos previos, configurando la AWS Command Line Interface (AWS CLI) y creando 
un rol, de la siguiente manera:

• Inscríbase en un SageMaker dominio siguiendo las instrucciones de la sección AWS 
CLIRequisitos previos de Configurar los SageMaker requisitos previos de Amazon.

• Cree un rol de IAM siguiendo la sección Crear rol de ejecución de Roles. SageMaker

2. Cree un entorno virtual utilizando PyCharm o conda utilizando Python versión 3.7 o superior, 
hasta la 3.10.x.

• Configure un entorno virtual de la PyCharm siguiente manera:

a. Seleccione File (Archivo) en el menú principal.

b. Elija New Project (Nuevo proyecto).

c. Elija Conda en la flecha hacia abajo en New environment using (Nuevo entorno utilizando).

d. En el campo correspondiente de Python version (Versión de Python), utilice la flecha hacia 
abajo para seleccionar una versión de Python que sea 3.7 o superior. Puede ir a la versión 
3.10.x de la lista.
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• Si tiene Anaconda instalado, puede configurar un entorno virtual utilizando conda de la 
siguiente manera:

• Abra una interfaz de terminal rápida de Anaconda.

• Cree y active un nuevo entorno conda con una versión de Python 3.7 o superior, hasta 3.10x. 
En el ejemplo de código siguiente se muestra cómo crear un entorno conda utilizando Python 
versión 3.10.

conda create -n sagemaker_jobs_quick_start python=3.10 pip
conda activate sagemaker_jobs_quick_start

3. Instala el SDK de SageMaker Python.

Para empaquetar el código desde su IDE preferido, debe tener un entorno virtual configurado 
con Python 3.7 o superior, hasta 3.10x. También necesita una imagen de contenedor compatible. 
Instala el SDK de SageMaker Python mediante el siguiente ejemplo de código.

pip install sagemaker
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4. Encapsule el código dentro del decorador @remote. El SDK de SageMaker Python interpretará 
automáticamente la función de tu código y lo ejecutará como un trabajo de SageMaker 
entrenamiento. Los siguientes ejemplos de código muestran cómo importar las bibliotecas 
necesarias, configurar una SageMaker sesión y anotar una función con el decorador @remote.

Puede ejecutar el código proporcionando directamente las dependencias necesarias o utilizando 
las dependencias del entorno conda activo.

• Para proporcionar las dependencias directamente, haga lo siguiente:

• Cree un archivo requirements.txt en el directorio de trabajo en el que reside el código.

• Agrega todas las dependencias necesarias para el código junto con la biblioteca. 
SageMaker En la siguiente sección se proporciona un ejemplo de código mínimo para
requirements.txt para la función divide de ejemplo.

sagemaker

• Ejecute el código con el decorador @remote pasando el archivo de dependencias. En el 
siguiente ejemplo de código, The IAM role name sustitúyalo por un ARN de rol AWS 
Identity and Access Management (IAM) que te SageMaker gustaría usar para ejecutar tu 
trabajo.

import boto3
import sagemaker
from sagemaker.remote_function import remote

sm_session = 
 sagemaker.Session(boto_session=boto3.session.Session(region_name="us-west-2"))
settings = dict( 
    sagemaker_session=sm_session, 
    role=<The IAM role name>, 
    instance_type="ml.m5.xlarge", 
    dependencies='./requirements.txt'
)

@remote(**settings)
def divide(x, y): 
    return x / y

if __name__ == "__main__": 
    print(divide(2, 3.0))
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• Para usar las dependencias del entorno conda activo, utilice el valor auto_capture del 
parámetro dependencies, tal y como se muestra a continuación.

import boto3
import sagemaker
from sagemaker.remote_function import remote

sm_session = sagemaker.Session(boto_session=boto3.session.Session(region_name="us-
west-2"))
settings = dict( 
    sagemaker_session=sm_session, 
    role=<The IAM role name>, 
    instance_type="ml.m5.xlarge", 
    dependencies="auto_capture"
)

@remote(**settings)
def divide(x, y): 
    return x / y

if __name__ == "__main__": 
    print(divide(2, 3.0))

Note

También puedes implementar el código anterior en un bloc de notas de Jupyter. 
PyCharm Professional Edition es compatible con Jupyter de forma nativa. Para obtener 
más información, consulte el soporte para Jupyter Notebook en la documentación. 
PyCharm

Invocación de una función

Para invocar una función dentro del decorador @remote, utilice cualquiera de los métodos 
siguientes:

• Use un decorador @remote para invocar una función.

• Usar la API RemoteExecutor para invocar una función.
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Si utiliza el método decorador @remote para invocar una función, el trabajo de entrenamiento 
esperará a que la función se complete antes de iniciar una nueva tarea. Sin embargo, si usa la API
RemoteExecutor, puede ejecutar más de un trabajo en paralelo. En las siguientes secciones se 
muestran las dos formas de invocar una función.

Use un decorador @remote para invocar una función

Puedes usar el decorador @remote para anotar una función. SageMaker transformará el código 
del decorador en un SageMaker trabajo de formación. A continuación, el trabajo de entrenamiento 
invocará la función dentro del decorador y esperará a que se complete el trabajo. El siguiente 
ejemplo de código muestra cómo importar las bibliotecas necesarias, iniciar una SageMaker 
instancia y anotar una multiplicación de matrices con el decorador @remote.

from sagemaker.remote_function import remote
import numpy as np

@remote(instance_type="ml.m5.large")
def matrix_multiply(a, b): 
    return np.matmul(a, b) 
     
a = np.array([[1, 0], 
             [0, 1]])
b = np.array([1, 2])

assert (matrix_multiply(a, b) == np.array([1,2])).all()

El decorador se define de la siguiente manera.

def remote( 
    *, 
    **kwarg): 
        ...

Al invocar una función decorada, el SDK de SageMaker Python carga cualquier excepción provocada 
por un error en la memoria local. En el siguiente ejemplo de código, la primera llamada a la función 
de división se completa correctamente y el resultado se carga en la memoria local. En la segunda 
llamada a la función de división, el código devuelve un error y este error se carga en la memoria 
local.

from sagemaker.remote_function import remote
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import pytest

@remote()
def divide(a, b): 
    return a/b

# the underlying job is completed successfully  
# and the function return is loaded
assert divide(10, 5) == 2

# the underlying job fails with "AlgorithmError"  
# and the function exception is loaded into local memory  
with pytest.raises(ZeroDivisionError): 
    divide(10, 0)

Note

La función decorada se ejecuta como un trabajo remoto. Si se interrumpe la trama, el trabajo 
subyacente no se detendrá.

Cómo cambiar el valor de una variable local

La función decoradora se ejecuta en una máquina remota. Cambiar una variable no local o los 
argumentos de entrada dentro de una función decorada no cambiará el valor local.

En el siguiente ejemplo de código, se añaden una lista y un diccionario dentro de la función de 
decorador. Esto no cambia cuando se invoca la función de decorador.

a = []

@remote
def func(): 
    a.append(1)

# when func is invoked, a in the local memory is not modified         
func()  
func()

# a stays as [] 
     
a = {}
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@remote
def func(a): 
    # append new values to the input dictionary 
    a["key-2"] = "value-2" 
     
a = {"key": "value"}
func(a)

# a stays as {"key": "value"}

Para cambiar el valor de una variable local declarada dentro de una función de decorador, devuelva 
la variable de la función. El siguiente ejemplo de código muestra que el valor de una variable local 
cambia cuando la función la devuelve.

a = {"key-1": "value-1"}

@remote
def func(a): 
    a["key-2"] = "value-2" 
    return a

a = func(a)

-> {"key-1": "value-1", "key-2": "value-2"}                                     

Serialización y deserialización de datos

Al invocar una función remota, serializa SageMaker automáticamente los argumentos de la función 
durante las etapas de entrada y salida. Los argumentos y los retornos de la función se serializan con 
cloudpickle. SageMaker admite la serialización de los siguientes objetos y funciones de Python.

• Objetos de Python integrados que incluyen dictados, listas, flotantes, enteros, cadenas, valores 
booleanos y tuplas

• Matrices Numpy

• Marcos de datos de Pandas

• Estimadores y conjuntos de datos de Scikit-learn

• PyTorch modelos

• TensorFlow modelos

• La clase Booster para XGBoost
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Se puede utilizar lo siguiente con algunas limitaciones.

• Dask DataFrames

• La clase Dmatrix de XGBoost

• TensorFlow conjuntos de datos y subclases

• PyTorch modelos

La siguiente sección contiene las prácticas recomendadas para usar las clases de Python anteriores 
con algunas limitaciones en la función remota, información sobre dónde se SageMaker almacenan 
los datos serializados y cómo administrar el acceso a ellos.

Prácticas recomendadas para las clases de Python con asistencia limitada para la serialización 
remota de datos

Puede usar las clases de Python enumeradas en esta sección con limitaciones. En las siguientes 
secciones, se analizan las prácticas recomendadas para utilizar las siguientes clases de Python.

• Dask DataFrames

• La clase Dmatrix de XGBoost

• TensorFlow conjuntos de datos y subclases

• PyTorch modelos

Prácticas recomendadas para Dask

Dask es una biblioteca de código abierto que se utiliza para la computación paralela en Python. En 
esta sección se muestra lo siguiente.

• ¿Cómo pasar un Dask DataFrame a tu función remota

• ¿Cómo convertir las estadísticas resumidas de un Dask DataFrame en un Pandas DataFrame

¿Cómo pasar un Dask DataFrame a tu función remota

Los Dask DataFrames se utilizan a menudo para procesar conjuntos de datos de gran tamaño 
porque pueden contener conjuntos de datos que requieren más memoria de la disponible. Esto se 
debe a que un Dask DataFrame no carga los datos locales en la memoria. Si pasa un argumento de 
Dask DataFrame como función a su función remota, Dask puede pasar una referencia a los datos 
de su disco local o almacenamiento en la nube, en lugar de a los datos en sí. En el siguiente código 
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se muestra un ejemplo de cómo introducir un Dask DataFrame dentro de una función remota que 
funcionará cuando esté vacío. DataFrame

#Do not pass a Dask DataFrame  to your remote function as follows
def clean(df: dask.DataFrame ): 
    cleaned = df[] \ ...                             

Dask cargará los datos del Dask DataFrame en la memoria solo cuando utilices el. DataFrame Si 
desea utilizar un Dask DataFrame dentro de una función remota, indique la ruta de acceso a los 
datos. Luego, Dask leerá el conjunto de datos directamente desde la ruta de datos que especifique 
cuando se ejecute el código.

El siguiente ejemplo de código muestra cómo usar un Dask DataFrame dentro de la función remota.
clean En el ejemplo de código, raw_data_path se pasa a clean en lugar de a DataFrame Dask. 
Cuando se ejecuta el código, el conjunto de datos se lee directamente desde la ubicación de un 
bucket de Amazon S3 especificado en raw_data_path. Luego, la persist función guarda el 
conjunto de datos en la memoria para facilitar la random_split función posterior y lo vuelve a 
escribir en la ruta de datos de salida en un depósito de S3 mediante las funciones de la DataFrame 
API de Dask.

import dask.dataframe as dd

@remote( 
   instance_type='ml.m5.24xlarge', 
   volume_size=300,  
   keep_alive_period_in_seconds=600)
#pass the data path to your remote function rather than the Dask DataFrame  itself
def clean(raw_data_path: str, output_data_path: str: split_ratio: list[float]): 
    df = dd.read_parquet(raw_data_path) #pass the path to your DataFrame  
    cleaned = df[(df.column_a >= 1) & (df.column_a < 5)]\ 
        .drop(['column_b', 'column_c'], axis=1)\ 
        .persist() #keep the data in memory to facilitate the following random_split 
 operation 

    train_df, test_df = cleaned.random_split(split_ratio, random_state=10) 

    train_df.to_parquet(os.path.join(output_data_path, 'train') 
    test_df.to_parquet(os.path.join(output_data_path, 'test')) 
     
clean("s3://my-bucket/raw/", "s3://my-bucket/cleaned/", split_ratio=[0.7, 0.3])         
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¿Cómo convertir las estadísticas resumidas de un Dask DataFrame en un Pandas DataFrame

Las estadísticas resumidas de un Dask se DataFrame pueden convertir en un Pandas DataFrame 
invocando el compute método, como se muestra en el siguiente código de ejemplo. En el ejemplo, 
el depósito S3 contiene un Dask grande DataFrame que no cabe en la memoria ni en un marco 
de datos de Pandas. En el siguiente ejemplo, una función remota escanea el conjunto de datos 
y devuelve un Dask DataFrame que contiene las estadísticas de salida a un Pandas. describe
DataFrame

executor = RemoteExecutor( 
    instance_type='ml.m5.24xlarge', 
    volume_size=300,  
    keep_alive_period_in_seconds=600)

future = executor.submit(lambda: dd.read_parquet("s3://my-bucket/
raw/").describe().compute())

future.result()                             

Prácticas recomendadas de la clase DMatric de XGBoost

DMatrix es una estructura de datos interna utilizada por XGBoost para cargar datos. No se puede 
separar un objeto de DMatrix para poder moverse fácilmente entre sesiones de cálculo. Al pasar 
directamente las instancias de DMatrix, se producirá un error con un SerializationError.

Cómo pasar un objeto de datos a tu función remota y entrenar con XGBoost

Para convertir un Pandas DataFrame en una instancia de DMatrix y utilizarla para entrenar tu función 
remota, pásala directamente a la función remota, tal y como se muestra en el siguiente ejemplo de 
código.

import xgboost as xgb

@remote
def train(df, params): 
    #Convert a pandas dataframe into a DMatrix DataFrame and use it for training 
    dtrain = DMatrix(df)  
    return xgb.train(dtrain, params)                         
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Prácticas recomendadas para TensorFlow conjuntos de datos y subclases

TensorFlow los conjuntos de datos y las subclases son objetos internos que se utilizan TensorFlow 
para cargar datos durante el entrenamiento. TensorFlow los conjuntos de datos y las subclases no 
se pueden agrupar para moverse fácilmente entre sesiones de procesamiento. Al pasar directamente 
conjuntos de datos o subclases de Tensorflow, se producirá un error con un SerializationError. 
Use las API de E/S de Tensorflow para cargar datos del almacenamiento, como se muestra en el 
siguiente ejemplo de código.

import tensorflow as tf
import tensorflow_io as tfio

@remote
def train(data_path: str, params): 
     
    dataset = tf.data.TextLineDataset(tf.data.Dataset.list_files(f"{data_path}/*.txt")) 
    ... 
     
train("s3://my-bucket/data", {})                         

Prácticas recomendadas para los modelos PyTorch

PyTorch los modelos se pueden serializar y se pueden transferir entre su entorno local y la función 
remota. Si su entorno local y remoto tienen diferentes tipos de dispositivos, por ejemplo (GPU y 
CPU), no podrá devolver un modelo entrenado a su entorno local. Por ejemplo, si el siguiente código 
se desarrolla en un entorno local sin GPU, pero se ejecuta en una instancia con GPU, la devolución 
directa del modelo entrenado generará un DeserializationError.

# Do not return a model trained on GPUs to a CPU-only environment as follows

@remote(instance_type='ml.g4dn.xlarge')
def train(...): 
    if torch.cuda.is_available(): 
        device = torch.device("cuda") 
    else: 
        device = torch.device("cpu") # a device without GPU capabilities 
     
    model = Net().to(device) 
     
    # train the model 
    ... 
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    return model 
     
model = train(...) #returns a DeserializationError if run on a device with GPU          
                

Para devolver un modelo entrenado en un entorno de GPU a uno que solo contenga capacidades de 
CPU, utilice directamente las API de E/S del PyTorch modelo, tal y como se muestra en el ejemplo 
de código siguiente.

import s3fs

model_path = "s3://my-bucket/folder/"

@remote(instance_type='ml.g4dn.xlarge')
def train(...): 
    if torch.cuda.is_available(): 
        device = torch.device("cuda") 
    else: 
        device = torch.device("cpu") 
     
    model = Net().to(device) 
     
    # train the model 
    ... 
     
    fs = s3fs.FileSystem() 
    with fs.open(os.path.join(model_path, 'model.pt'), 'wb') as file: 
        torch.save(model.state_dict(), file) #this writes the model in a device-
agnostic way (CPU vs GPU) 
     
train(...) #use the model to train on either CPUs or GPUs

model = Net()
fs = s3fs.FileSystem()with fs.open(os.path.join(model_path, 'model.pt'), 'rb') as file: 
    model.load_state_dict(torch.load(file, map_location=torch.device('cpu')))

¿Dónde se SageMaker almacenan los datos serializados?

Al invocar una función remota, serializa SageMaker automáticamente los argumentos de la función y 
los valores devueltos durante las etapas de entrada y salida. Estos datos serializados se almacenan 
en un directorio raíz en el bucket de S3. El directorio raíz, <s3_root_uri>, se especifica en un 
archivo de configuración. El parámetro job_name se genera automáticamente para usted.
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En el directorio raíz, SageMaker crea una <job_name> carpeta que contiene el directorio de trabajo 
actual, la función serializada, los argumentos de la función serializada, los resultados y cualquier 
excepción que haya surgido al invocar la función serializada.

Bajo <job_name>, el directorio workdir contiene un archivo comprimido de su directorio de trabajo 
actual. El archivo comprimido incluye todos los archivos de Python del directorio de trabajo y el 
archivo requirements.txt, que especifica las dependencias necesarias para ejecutar la función 
remota.

A continuación, se muestra un ejemplo de la estructura de carpetas de un bucket de S3 que se 
especifica en el archivo de configuración.

<s3_root_uri>/ # specified by s3_root_uri or S3RootUri 
    <job_name>/ #automatically generated for you 
        workdir/workspace.zip # archive of the current working directory (workdir) 
        function/ # serialized function 
        arguments/ # serialized function arguments 
        results/ # returned output from the serialized function including the model 
        exception/ # any exceptions from invoking the serialized function

El directorio raíz que especifique en su bucket de S3 no está diseñado para el almacenamiento a 
largo plazo. Los datos serializados están estrechamente relacionados con la versión de Python y la 
versión del marco de machine learning (ML) que se utilizaron durante la serialización. Si actualiza la 
versión de Python o el marco ML, es posible que no pueda usar sus datos serializados. En su lugar, 
haga lo siguiente.

• Guarde el modelo y los artefactos del modelo en un formato que sea independiente de su versión 
de Python y del marco de ML.

• Si actualiza su marco de Python o ML, acceda a los resultados de su modelo desde su 
almacenamiento a largo plazo.

Important

Para eliminar los datos serializados después de un período de tiempo específico, establezca 
una configuración de vida útil en su bucket de S3.
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Note

Los archivos que se serializan con el módulo pickle de Python pueden ser menos portátiles 
que otros formatos de datos, como CSV, Parquet y JSON. Tenga cuidado de no cargar 
archivos separados de fuentes desconocidas.

Para obtener más información sobre qué incluir en un archivo de configuración para una función 
remota, consulte Archivo de configuración.

Acceder a los datos serializados

Los administradores pueden proporcionar la configuración de los datos serializados, incluida 
su ubicación y cualquier configuración de cifrado en un archivo de configuración. De forma 
predeterminada, los datos serializados se cifran con una clave AWS Key Management Service (AWS 
KMS). Los administradores también pueden restringir el acceso al directorio raíz que especifique en 
el archivo de configuración mediante una política de bucket. El archivo de configuración se puede 
compartir y usar en todos los proyectos y trabajos. Para obtener más información sobre los archivos 
de configuración, consulte Archivo de configuración.

Usar la API RemoteExecutor para invocar una función

Puedes usar la RemoteExecutor API para invocar una función. SageMaker El SDK de Python 
transformará el código de la RemoteExecutor llamada en un trabajo de SageMaker formación. 
A continuación, el trabajo de entrenamiento invocará la función como una operación asíncrona 
y devolverá un future. Si utiliza la API RemoteExecutor, puede ejecutar más de un trabajo de 
entrenamiento en paralelo. Para obtener más información sobre los futuros en Python, consulte
Futures.

El siguiente ejemplo de código muestra cómo importar las bibliotecas necesarias, definir una función, 
iniciar una SageMaker instancia y usar la API para enviar una solicitud para ejecutar 2 trabajos en 
paralelo.

from sagemaker.remote_function import RemoteExecutor

def matrix_multiply(a, b): 
    return np.matmul(a, b)
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a = np.array([[1, 0], 
             [0, 1]])
b = np.array([1, 2])

with RemoteExecutor(max_parallel_job=2, instance_type="ml.m5.large") as e: 
    future = e.submit(matrix_multiply, a, b)

assert (future.result() == np.array([1,2])).all()

La clase RemoteExecutor es una implementación de la biblioteca concurrent.futures.Executor.

En el ejemplo de código siguiente se muestra cómo definir una función y cómo llamarla utilizando la
RemoteExecutorAPI. En este ejemplo, el RemoteExecutor enviará 4 trabajos en total, pero solo
2 en paralelo. Los dos últimos trabajos reutilizarán los clústeres con una sobrecarga mínima.

from sagemaker.remote_function.client import RemoteExecutor

def divide(a, b): 
    return a/b  

with RemoteExecutor(max_parallel_job=2, keep_alive_period_in_seconds=60) as e: 
    futures = [e.submit(divide, a, 2) for a in [3, 5, 7, 9]]

for future in futures: 
    print(future.result())

El parámetro max_parallel_job solo sirve como mecanismo de limitación de velocidad 
sin optimizar la asignación de los recursos de computación. En el ejemplo de código anterior,
RemoteExecutor no reserva recursos de computación para los dos trabajos paralelos antes de 
que se envíe ningún trabajo. Para obtener más información sobre max_parallel_job u otros 
parámetros del decorador @remote, consulte Especificación de métodos y clases de funciones 
remotas.

Clase future para la API RemoteExecutor

Una clase future es una clase pública que representa la función de retorno del trabajo de 
entrenamiento cuando se invoca de forma asíncrona. La clase future implementa la clase
Concurrent.futures.Future. Esta clase se puede usar para realizar operaciones en el trabajo 
subyacente y cargar datos en la memoria.
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Archivo de configuración

El SDK de Amazon SageMaker Python admite la configuración de valores predeterminados para los 
tipos primitivos de AWS infraestructura. Una vez que los administradores configuran estos valores 
predeterminados, se transfieren automáticamente cuando el SDK de SageMaker Python llama a 
las API compatibles. Los argumentos de la función de decorador se pueden colocar dentro de los 
archivos de configuración. Esto es para que pueda separar las configuraciones relacionadas con la 
infraestructura del código base. Para obtener más información sobre los parámetros y argumentos 
para la función remote y los métodos, consulte Especificación de métodos y clases de funciones 
remotas.

Puede establecer los ajustes de infraestructura para la configuración de red, los roles de IAM, la 
carpeta Amazon S3 para los datos de entrada y salida y las etiquetas del archivo de configuración. El 
archivo de configuración se puede usar al invocar una función mediante el decorador @remote o la 
API RemoteExecutor.

A continuación, se muestra un ejemplo de archivo de configuración que define las dependencias, los 
recursos y otros argumentos. Este archivo de configuración de ejemplo se utiliza para invocar una 
función que se inicia mediante el decorador @remote o la API. RemoteExecutor

SchemaVersion: '1.0'
SageMaker: 
  PythonSDK: 
    Modules: 
      RemoteFunction: 
        Dependencies: 'path/to/requirements.txt'
        EnableInterContainerTrafficEncryption: true 
        EnvironmentVariables: {'EnvVarKey': 'EnvVarValue'} 
        ImageUri: '366666666666.dkr.ecr.us-west-2.amazonaws.com/my-image:latest' 
        IncludeLocalWorkDir: true 
        CustomFileFilter:  
          IgnoreNamePatterns: 
          - "*.ipynb" 
          - "data" 
        InstanceType: 'ml.m5.large' 
        JobCondaEnvironment: 'your_conda_env' 
        PreExecutionCommands: 
            - 'command_1' 
            - 'command_2' 
        PreExecutionScript: 'path/to/script.sh' 
        RoleArn: 'arn:aws:iam::366666666666:role/MyRole' 
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        S3KmsKeyId: 'yourkmskeyid' 
        S3RootUri: 's3://my-bucket/my-project' 
        VpcConfig: 
            SecurityGroupIds:  
            - 'sg123' 
            Subnets:  
            - 'subnet-1234' 
        Tags: [{'Key': 'yourTagKey', 'Value':'yourTagValue'}] 
        VolumeKmsKeyId: 'yourkmskeyid'

El decorador @remote y RemoteExecutor buscarán Dependencies en los siguientes archivos de 
configuración:

• Un archivo de configuración definido por el administrador.

• Un archivo de configuración definido por el usuario.

Las ubicaciones predeterminadas de estos archivos de configuración dependen del entorno y son 
relativas a él. El siguiente ejemplo de código devuelve la ubicación predeterminada de los archivos 
de configuración de administrador y usuario. Estos comandos se deben ejecutar en el mismo entorno 
en el que se utiliza el SDK de SageMaker Python.

import os
from platformdirs import site_config_dir, user_config_dir

#Prints the location of the admin config file
print(os.path.join(site_config_dir("sagemaker"), "config.yaml"))

#Prints the location of the user config file
print(os.path.join(user_config_dir("sagemaker"), "config.yaml"))

Puede anular las ubicaciones predeterminadas de estos archivos configurando las variables de 
entorno SAGEMAKER_ADMIN_CONFIG_OVERRIDE y SAGEMAKER_USER_CONFIG_OVERRIDE para 
las rutas de los archivos de configuración definidas por el administrador y definidas por el usuario, 
respectivamente.

Si existe una clave en los archivos de configuración definidos por el administrador y definidos por el 
usuario, se utilizará el valor del archivo definido por el usuario.
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Personalizar el entorno de tiempo de ejecución

Puedes personalizar tu entorno de ejecución para usar tus entornos de desarrollo integrado (IDE) 
locales preferidos, SageMaker libretas o libretas SageMaker Studio Classic para escribir tu código 
de aprendizaje automático. SageMaker le ayudará a empaquetar y enviar sus funciones y sus 
dependencias como un SageMaker trabajo de formación. Esto le permite acceder a la capacidad del 
servidor de SageMaker formación para ejecutar sus trabajos de formación.

Tanto el decorador remoto como los métodos RemoteExecutor para invocar una función permiten 
a los usuarios definir y personalizar su entorno de tiempo de ejecución. Puede usar un archivo
requirements.txt o un archivo YAML del entorno conda.

Para personalizar un entorno de ejecución mediante un archivo YAML del entorno conda y un 
archivo requirements.txt, consulte el siguiente ejemplo de código.

# specify a conda environment inside a yaml file
@remote(instance_type="ml.m5.large", 
        image_uri = "my_base_python:latest",  
        dependencies = "./environment.yml")
def matrix_multiply(a, b): 
    return np.matmul(a, b)

# use a requirements.txt file to import dependencies
@remote(instance_type="ml.m5.large", 
        image_uri = "my_base_python:latest",  
        dependencies = './requirements.txt')
def matrix_multiply(a, b): 
    return np.matmul(a, b)

Como alternativa, puede configurarlo dependencies auto_capture para permitir que el SDK 
de SageMaker Python capture las dependencias instaladas en el entorno conda activo. Para que 
funcione auto_capture de forma fiable, se requiere lo siguiente:

• Debe tener un entorno conda activo. Recomendamos no utilizar el entorno conda base para 
trabajos remotos a fin de reducir los posibles conflictos de dependencia. No utilizar el entorno 
conda base también permite una configuración más rápida del entorno en el trabajo remoto.

• No debe tener ninguna dependencia instalada mediante pip con un valor para el parámetro --
extra-index-url.

• No debe haber ningún conflicto de dependencia entre los paquetes instalados con conda y los 
paquetes instalados con pip en el entorno de desarrollo local.
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• Su entorno de desarrollo local no debe contener dependencias específicas del sistema operativo 
que no sean compatibles con Linux.

En caso de que auto_capture no funcione, le recomendamos que pase sus dependencias a un 
archivo requirement.txt o environment.yaml, de conda tal y como se describe en el primer ejemplo de 
codificación de esta sección.

Compatibilidad de imágenes de contenedor

La siguiente tabla muestra una lista de imágenes de SageMaker entrenamiento que son compatibles 
con el decorador @remote.

Name Versión de Python URI de imagen: CPU URI de imagen: CPU

Ciencia de datos 3,7(py37) Solo para cuadernos 
SageMaker Studio 
Classic. El SDK de 
Python selecciona 
automáticamente el 
URI de la imagen 
cuando se utiliza 
como imagen del 
núcleo de SageMaker 
Studio Classic 
Notebook.

Solo para cuadernos 
SageMaker Studio 
Classic. El SDK de 
Python selecciona 
automáticamente el 
URI de la imagen 
cuando se utiliza 
como imagen del 
núcleo de SageMaker 
Studio Classic 
Notebook.

Data Science 2.0 3.8(py38) Solo para cuadernos 
SageMaker Studio 
Classic. El SDK de 
Python selecciona 
automáticamente el 
URI de la imagen 
cuando se utiliza 
como imagen del 
núcleo de SageMaker 
Studio Classic 
Notebook.

Solo para cuadernos 
SageMaker Studio 
Classic. El SDK de 
Python selecciona 
automáticamente el 
URI de la imagen 
cuando se utiliza 
como imagen del 
núcleo de SageMaker 
Studio Classic 
Notebook.
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Name Versión de Python URI de imagen: CPU URI de imagen: CPU

Data Science 3.0 3.10(py310) Solo para cuadernos 
SageMaker Studio 
Classic. El SDK de 
Python selecciona 
automáticamente el 
URI de la imagen 
cuando se utiliza 
como imagen del 
núcleo de SageMaker 
Studio Classic 
Notebook.

Solo para cuadernos 
SageMaker Studio 
Classic. El SDK de 
Python selecciona 
automáticamente el 
URI de la imagen 
cuando se utiliza 
como imagen del 
núcleo de SageMaker 
Studio Classic 
Notebook.

Base Python 2.0 3.8(py38) El SDK de Python 
selecciona esta 
imagen cuando 
detecta que el entorno 
de desarrollo utiliza el 
tiempo de ejecución 
de Python 3.8. De 
lo contrario, el SDK 
de Python seleccion 
ará automáticamente 
esta imagen cuando 
se utilice como 
imagen del núcleo de 
SageMaker Studio 
Classic Notebook.

Solo para cuadernos 
SageMaker Studio 
Classic. El SDK de 
Python selecciona 
automáticamente el 
URI de la imagen 
cuando se utiliza 
como imagen del 
núcleo de SageMaker 
Studio Classic 
Notebook.
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Name Versión de Python URI de imagen: CPU URI de imagen: CPU

Base Python 3.0 3.10(py310) El SDK de Python 
selecciona esta 
imagen cuando 
detecta que el entorno 
de desarrollo utiliza el 
tiempo de ejecución 
de Python 3.8. De 
lo contrario, el SDK 
de Python seleccion 
ará automáticamente 
esta imagen cuando 
se utilice como 
imagen del núcleo de 
SageMaker Studio 
Classic Notebook.

Solo para cuadernos 
SageMaker Studio 
Classic. El SDK de 
Python selecciona 
automáticamente el 
URI de la imagen 
cuando se utiliza 
como imagen del 
núcleo de Studio 
Classic Notebook.

DLC- TensorFlow 
2.12.0 para formación 
SageMaker

3.10(py310) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.12.0-cpu-
py310-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.12.0-gpu-
py310-cu118-ubu 
ntu20.04-sagemaker

DLC-TensorFlow 
2.11.0 para entrenami 
ento SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.11.0-cpu-
py39-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.11.0-gpu-
py39-cu112-ubun 
tu20.04-sagemaker
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Name Versión de Python URI de imagen: CPU URI de imagen: CPU

DLC- 2.10.1 
TensorFlow para 
entrenamiento 
SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.10.1-cpu-
py39-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.10.1-gpu-
py39-cu112-ubun 
tu20.04-sagemaker

DLC- TensorFlow 
2.9.2 para entrenami 
ento SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.9.2-cpu-
py39-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.9.2-gpu-
py39-cu112-ubunt 
u20.04-sagemaker

DLC- TensorFlow 
2.8.3 para entrenami 
ento SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.8.3-cpu-
py39-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.8.3-gpu-
py39-cu112-ubunt 
u20.04-sagemaker

DLC- PyTorch 2.0.0 
para entrenamiento 
SageMaker

3.10(py310) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:2.0.0-cpu-p 
y310-ubuntu20.04-s 
agemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:2.0.0-gpu-p 
y310-cu118-ubuntu2 
0.04-sagemaker

DLC- PyTorch 1.13.1 
para entrenamiento 
SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.13.1-cpu- 
py39-ubuntu20.04-s 
agemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.13.1-gpu- 
py39-cu117-ubuntu2 
0.04-sagemaker
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Name Versión de Python URI de imagen: CPU URI de imagen: CPU

DLC- 1.12.1 para 
entrenamiento 
PyTorch SageMaker

3.8(py38) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.12.1-cpu- 
py38-ubuntu20.04-s 
agemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.12.1-gpu- 
py38-cu113-ubuntu2 
0.04-sagemaker

DLC- 1.11.0 para 
entrenamiento 
PyTorch SageMaker

3.8(py38) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.11.0-cpu- 
py38-ubuntu20.04-s 
agemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.11.0-gpu- 
py38-cu113-ubuntu2 
0.04-sagemaker

DLC-MXNet 1.9.0 
para formación 
SageMaker

3.8(py38) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/mxnet-trai 
ning:1.9.0-cpu-py3 
8-ubuntu20.04-sage 
maker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/mxnet-trai 
ning:1.9.0-gpu-py38-
cu112-ubuntu20.04-
sagemaker

Note

Para ejecutar trabajos de forma local con imágenes de contenedores de aprendizaje 
profundo (DLC) de AWS, utilice los URI de imagen que se encuentran en la documentación 
de DLC. Las imágenes del DLC no admiten el valor auto_capture de las dependencias.
Los trabajos con SageMakerdistribución en SageMaker Studio se ejecutan en un contenedor 
con el nombre de un usuario no root. sagemaker-user Este usuario necesita todos los 
permisos para acceder /opt/ml y/tmp. Para conceder este permiso, sudo chmod -R 
777 /opt/ml /tmp añádalo a la pre_execution_commands lista, tal y como se muestra 
en el siguiente fragmento:

@remote(pre_execution_commands=["sudo chmod -R 777 /opt/ml /tmp"])
def func(): 
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    pass

También puede ejecutar funciones remotas con sus imágenes personalizadas. Para garantizar la 
compatibilidad con las funciones remotas, las imágenes personalizadas deben crearse con la versión 
3.7.x-3.10.x de Python. El siguiente es un ejemplo mínimo de Dockerfile que muestra cómo usar una 
imagen de Docker con Python 3.10.

FROM python:3.10

#... Rest of the Dockerfile

Para crear entornos conda en la imagen y utilizarlos para ejecutar trabajos, defina la variable de 
entorno SAGEMAKER_JOB_CONDA_ENV con el nombre del entorno conda. Si la imagen tiene el valor
SAGEMAKER_JOB_CONDA_ENV establecido, la función remota no puede crear un nuevo entorno 
conda durante el tiempo de ejecución del trabajo de entrenamiento. Consulte el siguiente ejemplo de 
Dockerfile que usa un entorno conda con Python versión 3.10.

FROM continuumio/miniconda3:4.12.0   

ENV SHELL=/bin/bash \ 
    CONDA_DIR=/opt/conda \ 
    SAGEMAKER_JOB_CONDA_ENV=sagemaker-job-env

RUN conda create -n $SAGEMAKER_JOB_CONDA_ENV \ 
   && conda install -n $SAGEMAKER_JOB_CONDA_ENV python=3.10 -y \ 
   && conda clean --all -f -y \

SageMaker Para usar mamba para administrar su entorno virtual de Python en la imagen del 
contenedor, instale el kit de herramientas mamba de miniforge. Para usar mamba, añada el siguiente 
ejemplo de código a su Dockerfile. Luego, SageMaker detectará la mamba disponibilidad en tiempo 
de ejecución y la usará en su lugar. conda

#Mamba Installation
RUN curl -L -O "https://github.com/conda-forge/miniforge/releases/latest/download/
Mambaforge-Linux-x86_64.sh" \ 
    && bash Mambaforge-Linux-x86_64.sh -b -p "/opt/conda"  \ 
    && /opt/conda/bin/conda init bash
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El uso de un canal conda personalizado en un bucket de Amazon S3 no es compatible con Mamba 
cuando se utiliza una función remota. Si elige usar mamba, asegúrese de no usar un canal conda 
personalizado en Amazon S3. Para obtener más información, consulte la sección Requisitos previos
de Personalizar repositorio conda con Amazon S3.

El siguiente es un ejemplo completo de Dockerfile que muestra cómo crear una imagen de Docker 
compatible.

FROM python:3.10

RUN apt-get update -y \ 
    # Needed for awscli to work 
    # See: https://github.com/aws/aws-cli/issues/1957#issuecomment-687455928 
    && apt-get install -y groff unzip curl \ 
    && pip install --upgrade \ 
        'boto3>1.0<2' \ 
        'awscli>1.0<2' \ 
        'ipykernel>6.0.0<7.0.0' \
#Use ipykernel with --sys-prefix flag, so that the absolute path to  
    #/usr/local/share/jupyter/kernels/python3/kernel.json python is used 
    # in kernelspec.json file 
    && python -m ipykernel install --sys-prefix

#Install Mamba
RUN curl -L -O "https://github.com/conda-forge/miniforge/releases/latest/download/
Mambaforge-Linux-x86_64.sh" \ 
    && bash Mambaforge-Linux-x86_64.sh -b -p "/opt/conda"  \ 
    && /opt/conda/bin/conda init bash

#cleanup
RUN apt-get clean \ 
    && rm -rf /var/lib/apt/lists/* \ 
    && rm -rf ${HOME}/.cache/pip \ 
    && rm Mambaforge-Linux-x86_64.sh

ENV SHELL=/bin/bash \ 
    PATH=$PATH:/opt/conda/bin

La imagen resultante de la ejecución del ejemplo anterior de Dockerfile también se puede utilizar 
como imagen del núcleo de SageMaker Studio Classic.
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Registrar parámetros y métricas con Amazon SageMaker Experiments

Esta guía muestra cómo registrar parámetros y métricas con Amazon SageMaker Experiments. 
Un SageMaker experimento consta de ejecuciones y cada ejecución consta de todas las entradas, 
parámetros, configuraciones y resultados de una interacción de entrenamiento con un solo modelo.

Puede registrar los parámetros y las métricas desde una función remota mediante el decorador 
@remote o la API RemoteExecutor.

Para registrar parámetros y métricas desde una función remota, elija uno de los métodos siguientes:

• Cree una instancia de un SageMaker experimento ejecutado dentro de una función remota 
utilizando la Run biblioteca de SageMaker experimentos. Para obtener más información, consulta
Crear un SageMaker experimento de Amazon.

• Usa la load_run función dentro de una función remota de la biblioteca de SageMaker 
experimentos. Esto cargará una instancia Run declarada fuera de la función remota.

En las siguientes secciones se muestra cómo crear y rastrear el linaje mediante la SageMaker 
ejecución de experimentos mediante los métodos enumerados anteriormente. En las secciones 
también se describen los casos que no están respaldados por la SageMaker formación.

Usa el decorador @remote para integrarlo con Experiments SageMaker

Puedes crear una instancia de un experimento o cargar un SageMaker experimento actual desde 
una función remota. SageMaker En las siguientes secciones, se muestra cómo utilizar cualquiera de 
los dos métodos.

Crea un experimento con Experimentos SageMaker

Puedes crear un experimento que se ejecute en un SageMaker experimento. Para ello, pase el 
nombre del experimento, el nombre de la ejecución y otros parámetros a la función remota.

El siguiente ejemplo de código importa el nombre del experimento, el nombre de la ejecución y los 
parámetros que se registrarán durante cada ejecución. Los parámetros param_1 y param_2 se 
registran a lo largo del tiempo dentro de un ciclo de entrenamiento. Los parámetros comunes pueden 
incluir el tamaño del lote o fechas de inicio. En este ejemplo, las métricas metric_a y metric_b
se registran durante una ejecución a lo largo del tiempo dentro de un ciclo de entrenamiento. Otras 
métricas comunes pueden incluir accuracy o loss.

from sagemaker.remote_function import remote
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from sagemaker.experiments.run import Run

# Define your remote function
@remote
def train(value_1, value_2, exp_name, run_name): 
    ... 
    ... 
    #Creates the experiment 
    with Run( 
        experiment_name=exp_name, 
        run_name=run_name, 
    ) as run: 
        ... 
        #Define values for the parameters to log 
        run.log_parameter("param_1", value_1) 
        run.log_parameter("param_2", value_2)  
        ... 
        #Define metrics to log 
        run.log_metric("metric_a", 0.5) 
        run.log_metric("metric_b", 0.1)

# Invoke your remote function         
train(1.0, 2.0, "my-exp-name", "my-run-name")

Carga SageMaker los experimentos actuales con un trabajo iniciado por el decorador @remote

Usa la load_run() función de la biblioteca de SageMaker experimentos para cargar el objeto de 
ejecución actual desde el contexto de ejecución. También puede utilizar la función load_run()
dentro de la función remota. Cargue el objeto de ejecución inicializado localmente mediante la with
sentencia en el objeto de ejecución, como se muestra en el siguiente ejemplo de código.

from sagemaker.experiments.run import Run, load_run

# Define your remote function
@remote
def train(value_1, value_2): 
    ... 
    ... 
    with load_run() as run: 
        run.log_metric("metric_a", value_1) 
        run.log_metric("metric_b", value_2)
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# Invoke your remote function
with Run( 
    experiment_name="my-exp-name", 
    run_name="my-run-name",
) as run: 
    train(0.5, 1.0)

Cargar la ejecución de un experimento actual dentro de un trabajo iniciado con la API
RemoteExecutor

También puedes cargar una ejecución de SageMaker experimento actual si tus trabajos se 
iniciaron con la RemoteExecutor API. El siguiente ejemplo de código muestra cómo utilizar la
RemoteExecutor API con la load_run función SageMaker Experimentos. Esto se hace para 
cargar una ejecución de SageMaker experimento actual y capturar las métricas del trabajo enviado 
porRemoteExecutor.

from sagemaker.experiments.run import Run, load_run

def square(x): 
    with load_run() as run: 
        result = x * x 
        run.log_metric("result", result) 
    return result

with RemoteExecutor( 
    max_parallel_job=2, 
    instance_type="ml.m5.large"
) as e: 
    with Run( 
        experiment_name="my-exp-name", 
        run_name="my-run-name", 
    ): 
        future_1 = e.submit(square, 2)

Usos no compatibles para SageMaker los experimentos al anotar el código con un 
decorador @remote

SageMaker no admite pasar un objeto de Run tipo a una función @remote ni usar objetos globales.
Run Los siguientes ejemplos muestran un código que generará un SerializationError.
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El siguiente ejemplo de código intenta pasar un objeto de tipo Run a un decorador @remote y genera 
un error.

@remote
def func(run: Run): 
    run.log_metrics("metric_a", 1.0) 
     
with Run(...) as run: 
    func(run) ---> SerializationError caused by NotImplementedError

El siguiente ejemplo de código intenta utilizar un objeto run global instanciado fuera de la función 
remota. En el ejemplo de código, la función train() se define dentro del contexto with Run y 
hace referencia a un objeto de ejecución global desde dentro. Cuando se llama train(), genera un 
error.

with Run(...) as run: 
    @remote 
    def train(metric_1, value_1, metric_2, value_2): 
        run.log_parameter(metric_1, value_1) 
        run.log_parameter(metric_2, value_2) 
     
    train("p1", 1.0, "p2", 0.5) ---> SerializationError caused by NotImplementedError

Uso de código modular con el decorador @remote

Puede organizar el código en módulos para facilitar la gestión del espacio de trabajo durante el 
desarrollo y siga utilizando la función @remote para invocar una función. También puede replicar los 
módulos locales desde su entorno de desarrollo al entorno de trabajo remoto. Para ello, establezca 
el parámetro include_local_workdir en True, como se muestra en el siguiente ejemplo de 
código.

@remote( 
  include_local_workdir=True,
)

Note

El decorador @remote y el parámetro deben aparecer en el archivo principal y no en ninguno 
de los archivos dependientes.
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Cuando include_local_workdir se establece enTrue, SageMaker empaqueta todos los scripts 
de Python mientras mantiene la estructura de directorios en el directorio actual del proceso. También 
hace que las dependencias estén disponibles en el directorio de trabajo del trabajo.

Por ejemplo, supongamos que la secuencia de comandos de Python que procesa el conjunto 
de datos MNIST está dividida en una main.py secuencia de comandos y una secuencia de
pytorch_mnist.py comandos dependiente. main.pyllama al script dependiente. Además, el
main.py script contiene código para importar la dependencia, como se muestra.

from mnist_impl.pytorch_mnist import ...

El main.py archivo también debe contener el @remote decorador y debe establecer el
include_local_workdir parámetro en. True

El include_local_workdir parámetro incluye de forma predeterminada todos los scripts de 
Python del directorio. Puede personalizar los archivos que desea cargar en el trabajo utilizando 
este parámetro junto con el custom_file_filter parámetro. Puede pasar una función que 
filtre las dependencias de los trabajos para cargarlas en S3 o un CustomFileFilter objeto 
que especifique los directorios y archivos locales que se deben ignorar en la función remota.
custom_file_filterSolo se puede usar si include_local_workdir está establecido enTrue; 
de lo contrario, se ignora el parámetro.

En el siguiente ejemplo, se CustomFileFilter omiten todos los archivos y carpetas del bloc de 
notas o los archivos con nombre data al cargar los archivos en S3.

@remote( 
   include_local_workdir=True, 
   custom_file_filter=CustomFileFilter( 
      ignore_pattern_names=[ # files or directories to ignore 
        "*.ipynb", # all notebook files 
        "data", # folter or file named data 
      ] 
   )
)

En el siguiente ejemplo, se muestra cómo se puede empaquetar un espacio de trabajo completo.

@remote( 
   include_local_workdir=True, 
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   custom_file_filter=CustomFileFilter( 
      ignore_pattern_names=[] # package whole workspace 
   )
)

El siguiente ejemplo muestra cómo se puede utilizar una función para filtrar archivos.

import os

def my_filter(path: str, files: List[str]) -> List[str]: 
    to_ignore = [] 
   for file in files: 
       if file.endswith(".txt") or file.endswith(".ipynb"): 
           to_ignore.append(file) 
   return to_ignore

@remote( 
   include_local_workdir=True, 
   custom_file_filter=my_filter
)

Prácticas recomendadas para estructurar el directorio de trabajo

Las siguientes prácticas recomendadas sugieren cómo organizar la estructura de directorios mientras 
se utiliza el @remote decorador en el código modular.

• Coloque el decorador @remote en un archivo que se encuentre en el directorio raíz del espacio de 
trabajo.

• Estructure los módulos locales en el nivel raíz.

En la siguiente imagen de ejemplo se muestra la estructura de directorios recomendada. En esta 
estructura de ejemplo, el script main.py se encuentra en el directorio raíz.

.
### config.yaml
### data/
### main.py <----------------- @remote used here  
### mnist_impl
# ### __pycache__/
# # ### pytorch_mnist.cpython-310.pyc
# ### pytorch_mnist.py <-------- dependency of main.py
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### requirements.txt

En la siguiente imagen de ejemplo se muestra una estructura de directorios que provocará un 
comportamiento incoherente cuando se utilice para anotar el código con un decorador @remote.

En esta estructura de ejemplo, el script main.py que contiene el decorador @remote no se 
encuentra en el directorio raíz. NO se recomienda la siguiente estructura.

.
### config.yaml
### entrypoint
# ### data
# ### main.py <----------------- @remote used here
### mnist_impl
# ### __pycache__
# # ### pytorch_mnist.cpython-310.pyc
# ### pytorch_mnist.py <-------- dependency of main.py
### requirements.txt

Repositorio privado para las dependencias de tiempo de ejecución

Puede usar comandos o scripts previos a la ejecución para configurar un administrador de 
dependencias como pip o conda en su entorno de trabajo. Para lograr el aislamiento de la red, 
use cualquiera de estas opciones para redirigir a los administradores de dependencias para 
que accedan a sus repositorios privados y ejecuten funciones remotas dentro de una VPC. Los 
comandos o el script previos a la ejecución se ejecutarán antes de que se ejecute la función remota. 
Puede definirlos con el decorador @remote, la API RemoteExecutor o dentro de un archivo de 
configuración.

En las siguientes secciones se muestra cómo acceder a un repositorio privado de Python Package 
Index (PyPI) administrado con AWS CodeArtifact. En las secciones también se muestra cómo 
acceder a un canal conda personalizado alojado en Amazon Simple Storage Service (Amazon S3).

Cómo utilizar un repositorio PyPI personalizado gestionado con AWS CodeArtifact

CodeArtifact Para administrar un repositorio PyPI personalizado, se requieren los siguientes 
requisitos previos:

• Su repositorio privado de PyPI ya debería estar creado. Puede utilizar AWS CodeArtifact para 
crear y administrar sus repositorios de paquetes privados. Para obtener más información 
CodeArtifact, consulte la Guía del CodeArtifact usuario.
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• Su VPC debe tener acceso a su repositorio. CodeArtifact Para permitir una conexión desde la VPC 
al CodeArtifact repositorio, debe hacer lo siguiente:

• Cree puntos de enlace de VPC para. CodeArtifact

• Cree un punto de enlace de puerta de enlace de Amazon S3 para su VPC, que le permita 
almacenar CodeArtifact los activos del paquete.

El siguiente ejemplo de comando previo a la ejecución muestra cómo configurar pip en el trabajo 
de SageMaker entrenamiento para que apunte a su repositorio. CodeArtifact Para obtener más 
información, consulte Configurar y usar pip with. CodeArtifact

# use a requirements.txt file to import dependencies
@remote( 
    instance_type="ml.m5.large" 
    image_uri = "my_base_python:latest",  
    dependencies = './requirements.txt', 
    pre_execution_commands=[ 
        "aws codeartifact login --tool pip --domain my-org --domain-owner 
 <000000000000> --repository my-codeartifact-python-repo --endpoint-url https://vpce-
xxxxx.api.codeartifact.us-east-1.vpce.amazonaws.com" 
    ]
)
def matrix_multiply(a, b): 
    return np.matmul(a, b)

Cómo utilizar un canal conda personalizado alojado en Amazon S3

Para usar Amazon S3 para administrar un repositorio conda personalizado, se requieren los 
siguientes requisitos previos:

• Su canal conda privado ya debe estar configurado en su bucket de Amazon S3 y todos los 
paquetes dependientes deben estar indexados y cargados en su bucket de Amazon S3. Para 
obtener instrucciones sobre cómo indexar tus paquetes conda, consulte Creación de canales 
personalizados.

• Su VPC debe tener acceso al bucket de Amazon S3. Para obtener más información, consulte
Puntos de enlace para Amazon S3.

• El entorno conda base de su imagen de trabajo debería tener boto3 instalado. Para comprobar su 
entorno, introduzca lo siguiente en el mensaje de Anaconda para comprobar si boto3 aparece en 
la lista generada resultante.

Repositorio privado para las dependencias de tiempo de ejecución 3252

https://docs.aws.amazon.com/codeartifact/latest/ug/create-vpc-endpoints.html
https://docs.aws.amazon.com/codeartifact/latest/ug/create-s3-gateway-endpoint.html
https://docs.aws.amazon.com/codeartifact/latest/ug/python-configure-pip.html
https://conda.io/projects/conda/en/latest/user-guide/tasks/create-custom-channels.html
https://conda.io/projects/conda/en/latest/user-guide/tasks/create-custom-channels.html
https://docs.aws.amazon.com/vpc/latest/userguide/vpc-endpoints-s3.html


Amazon SageMaker Guía para desarrolladores

conda list -n base

• La imagen de su trabajo debe estar instalada con conda, no con mamba. Para comprobar su 
entorno, asegúrese de que no vuelva a aparecer la solicitud de código anterior mamba.

El siguiente ejemplo de comandos previos a la ejecución muestra cómo configurar conda en el 
trabajo de SageMaker entrenamiento para que apunte a su canal privado en Amazon S3. Los 
comandos previos a la ejecución eliminan el canal predeterminado y añaden canales personalizados 
a un .condarc archivo de configuración de conda.

# specify your dependencies inside a conda yaml file
@remote( 
    instance_type="ml.m5.large" 
    image_uri = "my_base_python:latest",  
    dependencies = "./environment.yml", 
    pre_execution_commands=[ 
        "conda config --remove channels 'defaults'" 
        "conda config --add channels 's3://my_bucket/my-conda-repository/conda-
forge/'", 
        "conda config --add channels 's3://my_bucket/my-conda-repository/main/'" 
    ]
)
def matrix_multiply(a, b): 
    return np.matmul(a, b)

Cuadernos de ejemplo

Puede transformar un código de entrenamiento en un entorno de espacio de trabajo existente 
y cualquier código de procesamiento de datos y conjuntos de datos asociados en un trabajo de 
capacitación. SageMaker Los siguientes cuadernos muestran cómo personalizar el entorno, la 
configuración del trabajo y mucho más para resolver un problema de clasificación de imágenes 
mediante el algoritmo XGBoost y Hugging Face.

El quick_start notebook contiene los siguientes ejemplos de código:

• Cómo personalizar los ajustes de su trabajo con un archivo de configuración.

• Cómo invocar funciones de Python como trabajos, de forma asíncrona.

• Cómo personalizar el entorno de tiempo de ejecución del trabajo incorporando dependencias 
adicionales.
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• Cómo usar las dependencias locales con el método de función @remote.

Los siguientes cuadernos proporcionan ejemplos de código adicionales para diferentes tipos de 
problemas e implementaciones de ML.

• Para ver ejemplos de código sobre cómo usar el decorador @remote para un problema de 
clasificación de imágenes, abra el cuaderno pytorch_mnist.ipynb. Este problema de clasificación 
reconoce los dígitos escritos a mano utilizando el conjunto de datos de muestra del MNISR 
(Modified National Institute of Standards and Technology) modificado.

• Para ver ejemplos de código sobre el uso del decorador @remote para el problema anterior de 
clasificación de imágenes con un script, consulte el script de ejemplo del MNIST de Pytorch,
train.py.

• Para ver cómo se implementó el algoritmo XGBoost con un decorador @remote: abra el cuaderno
xgboost_abalone.ipynb.

• Para ver cómo Hugging Face se integra con un decorador de @remote: abre el cuaderno
huggingface.ipynb.

Gestione el aprendizaje automático con Amazon SageMaker 
Experiments

Amazon SageMaker Experiments es una función de Amazon SageMaker que te permite crear, 
gestionar, analizar y comparar tus experimentos de aprendizaje automático.

Experimentación en machine learning

Machine learning es un proceso iterativo. Tiene que experimentar con varias combinaciones 
de datos, algoritmos y parámetros, todo ello mientras observa el impacto de tales cambios 
incrementales en la precisión del modelo. Con el tiempo, esta experimentación iterativa puede dar 
lugar a miles de ejecuciones de entrenamiento de modelos y versiones de modelo. Esto hace que 
sea difícil realizar un seguimiento de los modelos con mejor rendimiento y sus configuraciones de 
entrada. También es difícil comparar los experimentos activos con los experimentos anteriores 
para identificar oportunidades de mejoras incrementales. Utilice SageMaker los experimentos para 
organizar, ver, analizar y comparar la experimentación iterativa de aprendizaje automático para 
obtener información comparativa y realizar un seguimiento de sus modelos con mejor rendimiento.

Gestione la experimentación con el aprendizaje automático con SageMaker experimentos
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SageMaker Experiments realiza un seguimiento automático de las entradas, los parámetros, las 
configuraciones y los resultados de las iteraciones a medida que se ejecutan. Puede asignar, 
agrupar y organizar estas ejecuciones en experimentos. SageMakerExperiments está integrado con 
Amazon SageMaker Studio Classic y proporciona una interfaz visual para explorar los experimentos 
activos y anteriores, comparar las ejecuciones en función de las principales métricas de rendimiento 
e identificar los modelos con mejor rendimiento. SageMaker Experiments hace un seguimiento de 
todos los pasos y elementos necesarios para crear un modelo, y puede revisar rápidamente los 
orígenes de un modelo cuando esté solucionando problemas en la producción o auditando sus 
modelos para comprobar su conformidad.

Utilice SageMaker Experimentos para ver, gestionar, analizar y comparar tanto los experimentos 
personalizados que cree mediante programación como los que se crean automáticamente a partir de 
tareas. SageMaker

Regiones de AWS admitidas

SageMaker Por lo general, Experiments está disponible en todas las regiones AWS comerciales en 
las que Amazon SageMaker Studio Classic está disponible, excepto en las regiones de China.

Temas

• Crea un SageMaker experimento de Amazon

• Ver, buscar y comparar ejecuciones de experimentos

• SageMaker integraciones

• Ejemplos de cuadernos para Amazon Experiments SageMaker

• Supervise las métricas de entrenamiento de los experimentos con AWS CloudTrail

• Recursos de Clean Up Amazon SageMaker Experiment

• SDK compatible adicional

• Preguntas frecuentes sobre experimentos

• Búsqueda mediante la SageMaker consola y la API de Amazon

Crea un SageMaker experimento de Amazon

Cree un SageMaker experimento de Amazon para realizar un seguimiento de sus flujos de trabajo de 
aprendizaje automático (ML) con unas pocas líneas de código de su entorno de desarrollo preferido. 
A continuación, puede explorar sus experimentos, crear visualizaciones para su análisis y encontrar 
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el modelo con el mejor rendimiento. También puedes integrar SageMaker Experiments en tu script de 
SageMaker entrenamiento mediante el SDK de SageMaker Python.

Información general

Los siguientes componentes constituyen los componentes básicos de un experimento en Amazon 
SageMaker.

• experiment: un experimento es un conjunto de ejecuciones. Cuando inicia una ejecución en 
su ciclo de entrenamiento, incluye el nombre del experimento al que pertenece la ejecución. Los 
nombres de experimento deben ser exclusivos en su cuenta de AWS.

• Run: una ejecución consta de todas las entradas, parámetros, configuraciones y resultados de 
una interacción de entrenamiento del modelo. Inicie una ejecución experimental para realizar un 
seguimiento de un trabajo de entrenamiento con Run.init().

Note

Le recomendamos que inicialice un Run objeto en un cuaderno de Jupyter y cree el 
SageMaker trabajo para su experimento en el contexto de la inicialización de este Run
objeto. Para hacer referencia a este Run objeto en modo script, utilice la operación.
load_run() Para ver ejemplos, consulte Ejemplos de cuadernos para Amazon 
Experiments SageMaker .

Note

El SDK de SageMaker Python convierte automáticamente los nombres de los 
experimentos y de las ejecuciones en minúsculas.

• load_run: para ejecutar sus experimentos en modo script, consulte un objeto Run inicializado con
load_run(). Si existe un experimento para una ejecución, load_run devuelve el contexto del 
experimento. Por lo general, se utiliza load_run sin argumentos para realizar un seguimiento de 
las métricas, los parámetros y los artefactos de un script de trabajo de SageMaker entrenamiento o 
procesamiento.

# Load run from a local script passing experiment and run names
with load_run(experiment_name=experiment_name, run_name=run_name) as run: 
   run.log_parameter("param1", "value1")
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# Load run within a training or processing Job (automated context sharing)
with load_run() as run: 
    run.log_parameter("param1", "value1") 

• log_parameter: registre los parámetros de una ejecución, como el tamaño del lote o las 
épocas, a lo largo del tiempo en un ciclo de entrenamiento con run.log_parameter().
log_parameter registra un único par de nombre-valor en una ejecución. Se puede utilizar
run.log_parameters() para registrar varios parámetros. Si se llama varias veces durante una 
ejecución para un parámetro del mismo nombre, log_parameter sobrescribe cualquier valor 
anterior. El nombre debe ser una cadena y el valor debe ser una cadena, un entero o un valor 
flotante.

# Log a single parameter
run.log_parameter("param1", "value1")

# Log multiple parameters
run.log_parameters({ 
     "param2": "value2", 
     "param3": "value3"
})

• log_metric: métricas de registro de una ejecución, como la precisión o pérdida, a lo largo del 
tiempo en un ciclo de entrenamiento con run.log_metric(). log_metric registra un par 
nombre-valor en el que el nombre es una cadena y el valor es un número entero o flotante. Para 
declarar la frecuencia de registro a lo largo de la ejecución, defina un valor step. A continuación, 
puede visualizar estas métricas en la interfaz de usuario de Studio Classic Experiments. Para 
obtener más información, consulte Ver, buscar y comparar ejecuciones de experimentos.

# Log a metric over the course of a run
run.log_metric(name="Final_loss", value=finalloss)

# Log a metric over the course of a run at each epoch
run.log_metric(name="test:loss", value=loss, step=epoch)

• log_artifact: registre cualquier artefacto de entrada o salida relacionado con una ejecución 
con run.log_artifact(). Registre artefactos, como URI de S3, conjuntos de datos y modelos, 
entre otros, para su experimento, a fin de ayudarle a realizar un seguimiento de los artefactos en 
varias ejecuciones. is_output es True de forma predeterminada. Para registrar el artefacto 
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como un artefacto de entrada en lugar de un artefacto de salida, establezca is_output en
False.

# Track a string value as an input or output artifact
run.log_artifact(name="training_data", value="data.csv" is_output=False)

• log_file: registre todos los archivos de entrada o salida relacionados con una ejecución, 
como datos de entrenamiento o pruebas, y guárdelos en Amazon S3 con run.log_file().
is_output es True de forma predeterminada. Para grabar el archivo como un artefacto de 
entrada en lugar de un artefacto de salida, establezca is_output en False.

# Upload a local file to S3 and track it as an input or output artifact
run.log_file("training_data.csv", name="training_data", is_output=False)

Para obtener más información sobre la inicialización de un Run objeto, consulta Experimentos en 
la documentación del SDK de SageMaker Python. Para obtener información sobre visualización 
de datos de experimentos registrados y registro automático, consulte Ver, buscar y comparar 
ejecuciones de experimentos.

Crea un experimento con el SDK de SageMaker Python

En la siguiente sección se muestra cómo crear un SageMaker experimento de Amazon con el SDK 
de SageMaker Python. En este ejemplo, se utiliza la clase Run para realizar un seguimiento de un 
modelo de Keras en un entorno de cuaderno. La Callback clase Keras proporciona una operación
on_epoch_end que emite métricas al final de cada época. Primero, defina una clase Callback.

class ExperimentCallback(keras.callbacks.Callback): 
    """ """ 

    def __init__(self, run, model, x_test, y_test): 
        """Save params in constructor""" 
        self.run = run 
        self.model = model 
        self.x_test = x_test 
        self.y_test = y_test 

    def on_epoch_end(self, epoch, logs=None): 
        """ """ 
        keys = list(logs.keys()) 
        for key in keys: 
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            run.log_metric(name=key, value=logs[key], step=epoch) 
            print("Epoch: {}\n{} -> {}".format(epoch, key, logs[key]))

A continuación, entrene el modelo de Keras en un entorno de cuaderno y realice un seguimiento del 
mismo como un experimento.

Note

En este ejemplo, se llevan a cabo los trabajos de forma secuencial. Para ejecutar los 
SageMaker trabajos de forma asíncrona, es posible que deba aumentar el límite de recursos.

from sagemaker.experiments import Run

# The run name is an optional argument to `run.init()`
with Run(experiment_name = 'my-experiment') as run: 
     
    # Define values for the parameters to log 
    run.log_parameter("batch_size", batch_size) 
    run.log_parameter("epochs", epochs) 
    run.log_parameter("dropout", 0.5) 
     
    # Define input artifacts 
    run.log_file('datasets/input_train.npy', is_output = False) 
    run.log_file('datasets/input_test.npy', is_output = False) 
    run.log_file('datasets/input_train_labels.npy', is_output = False) 
    run.log_file('datasets/input_test_labels.npy', is_output = False) 

    # Train locally 
    model.fit( 
        x_train,  
        y_train,  
        batch_size=batch_size,  
        epochs=epochs,  
        validation_split=0.1,  
        callbacks = [ExperimentCallback(run, model, x_test, y_test)] 
    ) 
     
    score = model.evaluate(x_test, y_test, verbose=0) 
    print("Test loss:", score[0]) 
    print("Test accuracy:", score[1]) 
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    # Define metrics to log 
    run.log_metric(name = "Final Test Loss", value = score[0]) 
    run.log_metric(name = "Final Test Accuracy", value = score[1])

Para obtener más ejemplos de código y cuadernos de ejemplo, consulte. Ejemplos de cuadernos 
para Amazon Experiments SageMaker

Cree un experimento mediante el modo SageMaker script

Puede usar el modo SageMaker script para escribir su propio código para entrenar un modelo y 
realizar un seguimiento del mismo como experimento. Al crear un experimento con el modo script, 
utilice load_run().

# Make sure that you have the latest version of the SageMaker Python SDK
import os
os.system("pip install -U sagemaker")

# Import additional requirements
import boto3
from sagemaker.session import Session
from sagemaker.experiments.run import load_run

# Define training script
if __name__ == "__main__": 
    session = Session(boto3.session.Session(region_name=args.region)) 
    with load_run(sagemaker_session=session) as run: 
        # Define values for the parameters to log 
        run.log_parameters({ 
             "batch_size": batch_size, 
             "epochs": epochs, 
             "dropout": 0.5
        }) 
        # Define input artifacts 
        run.log_file('datasets/input_train.npy', is_output = False) 
        run.log_file('datasets/input_test.npy', is_output = False) 
        run.log_file('datasets/input_train_labels.npy', is_output = False) 
        run.log_file('datasets/input_test_labels.npy', is_output = False) 
         
        # Train the model 
        model.fit( 
            x_train,  
            y_train,  
            batch_size=batch_size,  
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            epochs=epochs,  
            validation_split=0.1,  
            callbacks = [ExperimentCallback(run, model, x_test, y_test)] 
        ) 
         
        score = model.evaluate(x_test, y_test, verbose=0) 
        print("Test loss:", score[0]) 
        print("Test accuracy:", score[1]) 
         
        # Define metrics to log 
        run.log_metric(name = "Final Test Loss", value = score[0]) 
        run.log_metric(name = "Final Test Accuracy", value = score[1])

Para obtener más ejemplos de código y cuadernos de ejemplo sobre el uso de Amazon SageMaker 
Experiments en modo SageMaker script, consulteRealice un seguimiento de los experimentos para 
los trabajos SageMaker de formación mediante el modo script.

Para obtener más información sobre el modo script, consulte Utilizar el modo script en un marco 
compatible. También se pueden definir métricas personalizadas en modo de guión especificando 
un nombre y una expresión común para cada métrica que supervisa un trabajo de ajuste. Consulte
Utilizar un algoritmo personalizado para el entrenamiento para obtener más información.

Consulta tu experimento en Studio

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

Para ver tus experimentos, debes hacerlo a través de Studio Classic, al que puedes acceder a través 
de la experiencia actualizada de Studio.

En Studio, selecciona Experimentos en el panel de navegación de la izquierda. A continuación, 
selecciona View Studio Classic. Para obtener información sobre el uso de la aplicación Studio 
Classic, consulteAmazon SageMaker Studio Clásico. Para obtener más información sobre cómo 
empezar a utilizar la experiencia de Studio actualizada, consulteAmazon SageMaker Studio.
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Ve tu experimento en Studio Classic

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
sobre el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Para ver el experimento en Studio Classic, en la barra lateral izquierda, selecciona Experimentos.

Seleccione el nombre del experimento para ver todas las ejecuciones asociadas. Es posible 
que la lista tarde un momento en actualizarse y mostrar un experimento nuevo o una ejecución 
de experimentos nuevos. Puede hacer clic en Actualizar para actualizar la página. Su lista de 
experimentos debe tener un aspecto similar a este:
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Para ver las ejecuciones que componen el experimento, seleccione el nombre del experimento. Para 
obtener más información, consulte Ver, buscar y comparar ejecuciones de experimentos.

Ver ejecuciones no asignadas

Todos los SageMaker trabajos, incluidos los trabajos de entrenamiento, los trabajos de 
procesamiento y los trabajos de transformación, corresponden a ejecuciones y crean Run objetos de 
forma predeterminada. Si lanza estos trabajos sin asociarlos explícitamente a un experimento, las 
ejecuciones resultantes no se asignan y se pueden ver en la sección Ejecuciones no asignadas de la 
interfaz de usuario de Studio Classic Experiments.
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Para limpiar los recursos que ha creado, consulte Recursos de Clean Up Amazon SageMaker 
Experiment.

Ver, buscar y comparar ejecuciones de experimentos

Un SageMaker experimento de Amazon consiste en varios grupos de ejecución con un objetivo 
relacionado. Un grupo de ejecuciones consta de una o varias ejecuciones, como un trabajo de 
preprocesamiento de datos y un trabajo de entrenamiento.

Para ver sus experimentos, debe hacerlo a través de Studio Classic. Para obtener una descripción 
general de la interfaz de usuario de Studio Classic, consulteDescripción general de la interfaz 
de usuario clásica de Amazon SageMaker Studio. Para obtener información sobre el uso de la 
aplicación Studio Classic, consulteAmazon SageMaker Studio Clásico.

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
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sobre el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Ver experimentos y ejecuciones

Amazon SageMaker Studio Classic proporciona un navegador de experimentos que puede utilizar 
para ver listas de experimentos y ejecuciones. Puede elegir una de estas entidades para ver 
información detallada sobre la entidad o elegir varias entidades para compararlas. Puede filtrar la 
lista de experimentos por nombre de entidad, tipo y etiquetas.

Ver experimentos y ejecuciones

1. Para ver el experimento en Studio Classic, en la barra lateral izquierda, selecciona 
Experimentos.

Seleccione el nombre del experimento para ver todas las ejecuciones asociadas. Puede buscar 
experimentos escribiéndolos directamente en la barra de Búsqueda o filtrando por tipo de 
experimento. También puede elegir qué columnas quiere mostrar en su lista de experimentos o 
ejecuciones.

Es posible que la lista tarde un momento en actualizarse y mostrar un experimento nuevo o una 
ejecución de experimentos nuevos. Puede hacer clic en Actualizar para actualizar la página. Su 
lista de experimentos debe tener un aspecto similar a este:
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2. En la lista de experimentos, haga doble clic en un experimento para mostrar una lista de 
ejecuciones del experimento.

Note

De forma predeterminada, las ejecuciones de experimentos que se 
crean automáticamente mediante SageMaker trabajos y contenedores 
están visibles en la interfaz de usuario clásica de Experiments Studio. 
Para ocultar las carreras creadas por los SageMaker trabajos de 
un experimento determinado, selecciona el icono de configuración 
( ) 
y activa la opción Mostrar trabajos.
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3. Haga doble clic en una ejecución para mostrar información sobre una ejecución específica.

En el panel de Información general, elija cualquiera de los siguientes encabezados para ver la 
información disponible sobre cada ejecución:

• Métricas: métricas que se registran durante una ejecución.

• Gráficos: cree sus propios gráficos para comparar ejecuciones.

• Artefactos de salida: todos los artefactos resultantes de la ejecución del experimento y las 
ubicaciones de los artefactos en Amazon S3.

• Informes de sesgo: informes de sesgo previos o posteriores al entrenamiento generados con 
Clarify.

• Explicabilidad: informes de explicabilidad generados con Clarify.

• Depuraciones: una lista de reglas del depurador y de problemas encontrados.

Compare y analice ejecuciones

Para analizar las ejecuciones de experimentos, seleccione el experimento que prefiera en la interfaz 
de usuario de Amazon SageMaker Studio Classic Experiments y, a continuación, seleccione las 
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ejecuciones que desee comparar. Debe seleccionar entre 1 y 20 ejecuciones. Una vez que haya 
seleccionado sus ejecuciones, elija Analizar en la esquina superior derecha.

Para comparar las ejecuciones de los experimentos:

1. Tras desplazarse hasta el experimento de su elección, seleccione todas las ejecuciones que 
desee comparar. Debe elegir más de 1 y menos de 20 ejecuciones para analizarlas.

2. Elija Analizar en la esquina superior derecha.

3. Visualice las métricas comparativas de varias ejecuciones de experimentos en un histograma, 
gráfico de líneas, gráfico de dispersión o gráfico de barras. Para agregar un gráfico, elija Agregar 
gráfico, seleccione los valores para los ejes del gráfico y elija Crear.

Puede actualizar, descargar o eliminar los gráficos existentes.
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Gráficos de registro

Los gráficos de registro y las visualizaciones están disponibles para los modelos de clasificación. 
Puede registrar una matriz de confusión, características de funcionamiento del receptor o gráficos de 
precisión y recuperación.

Registre y visualice métricas con los siguientes métodos del SDK de Python:

• log_confusion_matrix: Registra un artefacto de matriz de confusión que puede ver en la 
sección de gráficos de la descripción general de las ejecuciones de Studio Classic.

• log_roc_curve: Registra un artefacto característico del funcionamiento del receptor que puede 
ver en la sección de gráficos de la descripción general de las carreras de Studio Classic.

• log_precision_recall: Registra un gráfico de recuperación de precisión que puede ver en la 
sección de gráficos de la descripción general de las carreras de Studio Classic.

Un registro de recuperación de precisión registrado automáticamente crea un gráfico similar al 
siguiente:
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SageMaker integraciones

Amazon SageMaker Experiments está integrado con una serie de SageMaker funciones. Algunos 
SageMaker trabajos crean experimentos automáticamente. Puedes ver y gestionar los informes de 
sesgo SageMaker de Clarify o los tensores de salida del SageMaker Debugger para experimentos 
específicos directamente en la interfaz de usuario de Studio Classic Experiments.

• Creación automática de experimentos

• Informes de sesgos y explicabilidad

• Debugging

Creación automática de experimentos

Amazon crea experimentos SageMaker automáticamente al ejecutar tareas de piloto automático, 
tareas de optimización de hiperparámetros (HPO) o ejecuciones de canalización. Puedes ver estos 
experimentos en la interfaz de usuario de Studio Classic Experiments.
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Piloto automático

Amazon SageMaker Experiments está integrado con Amazon SageMaker Autopilot. Al realizar 
una tarea de piloto automático, SageMaker Experiments crea un experimento para esa tarea y 
ejecuta cada una de las diferentes combinaciones de componentes, parámetros y artefactos de la 
ejecución disponibles. Puedes encontrar estas ejecuciones en la interfaz de usuario de SageMaker 
experimentos filtrando por el tipo de ejecución Piloto automático. Para obtener más información, 
consulte Automatizar el desarrollo de modelos con Amazon SageMaker Autopilot.

HPO

Amazon SageMaker Experiments está integrado con los trabajos de HPO. Un trabajo de HPO crea 
automáticamente SageMaker experimentos, ejecuciones y componentes de Amazon para cada 
trabajo de formación que completa. Puede encontrar estas ejecuciones en la interfaz de usuario 
de SageMaker experimentos filtrando por el tipo de ejecución HPO. Para obtener más información, 
consulte Ajustar varios algoritmos con la optimización de hiperparámetros para encontrar el mejor 
modelo.

Canalizaciones

Amazon SageMaker Model Building Pipelines está estrechamente integrado con Amazon 
SageMaker Experiments. De forma predeterminada, cuando SageMaker Pipelines crea y ejecuta 
una canalización, se crean experimentos, ejecuciones y componentes si aún no existen. Puedes 
encontrar estas ejecuciones en la interfaz de usuario de SageMaker experimentos filtrando por el tipo 
de ejecución Pipelines. Para obtener más información, consulte Integración de Amazon SageMaker 
Experiments.

Informes de sesgos y explicabilidad

Gestione los SageMaker informes de sesgo y explicabilidad de Clarify para las ejecuciones de los 
experimentos directamente a través de Studio Classic. Para ver los informes, busque y seleccione 
el nombre de la ejecución del experimento que prefiera en Studio Classic. Seleccione Informes de 
sesgo para ver todos los informes de sesgo de Clarify asociados a la ejecución del experimento.
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Seleccione Explicaciones para ver todos los informes de explicabilidad de Clarify relacionados con la 
ejecución del experimento.
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Con Clarify, puede generar informes de sesgo antes o después del entrenamiento para analizar 
el sesgo en conjuntos de datos o modelar predicciones mediante etiquetas y métricas de sesgo. 
SageMaker También puedes usar SageMaker Clarify para generar informes de explicabilidad 
que documenten el comportamiento de los modelos para muestras de datos globales o locales. 
Para obtener más información, consulte Amazon SageMaker Clarify Bias Detection and Model 
Explainability.

Debugging

Puede depurar el progreso del entrenamiento del modelo con Amazon SageMaker Debugger y ver 
los tensores de salida de la depuración en la interfaz de usuario de Studio Classic Experiments. Elija 
el nombre de la ejecución asociada al informe del depurador y elija Depurador.
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A continuación, elija el nombre del trabajo de formación para ver el panel de control de Amazon 
SageMaker Debugger asociado.
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Para obtener más información, consulte Depuración de trabajos de formación con Amazon 
SageMaker Debugger.

Ejemplos de cuadernos para Amazon Experiments SageMaker

Los siguientes tutoriales muestran cómo realizar un seguimiento de las ejecuciones de varios 
experimentos de entrenamiento con modelos. Puede ver los experimentos resultantes en Studio 
Classic después de ejecutar los cuadernos. Para limpiar los recursos creados por un cuaderno, 
consulte Recursos de Clean Up Amazon SageMaker Experiment. Para ver un tutorial donde se 
muestran otras características adicionales de Studio, consulte Visita clásica a Amazon SageMaker 
Studio.

Realice un seguimiento de los experimentos en un entorno de cuaderno

Para obtener más información sobre el seguimiento de los experimentos en un entorno de 
cuadernos, consulte los siguientes cuadernos de ejemplo:

• Realizar un seguimiento de un experimento mientras forma un modelo de Keras a nivel local

• Realizar un seguimiento de un experimento mientras forma un modelo de Pytorch localmente o en 
su cuaderno
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Controle el sesgo y la explicabilidad de sus experimentos con Clarify SageMaker

Para obtener una step-by-step guía sobre el seguimiento de los sesgos y la explicabilidad de sus 
experimentos, consulte el siguiente cuaderno de ejemplo:

• Imparcialidad y explicabilidad con Clarify SageMaker

Realice un seguimiento de los experimentos para los trabajos SageMaker de 
formación mediante el modo script

Para obtener más información sobre el seguimiento de los experimentos para los trabajos de 
SageMaker formación, consulte los siguientes cuadernos de ejemplo:

• Realice un SageMaker experimento con Pytorch Distributed Data Parallel (clasificación de dígitos 
manuscritos del MNIST)

• Realiza un seguimiento de un experimento mientras entrenas un modelo de Pytorch con un 
SageMaker Training Job

• Entrene a un TensorFlow modelo con un trabajo de SageMaker formación y realice un seguimiento 
del mismo mediante experimentos SageMaker

Supervise las métricas de entrenamiento de los experimentos con AWS 
CloudTrail

Las métricas de formación de Amazon SageMaker Experiments están integradas con AWS 
CloudTrail un servicio que proporciona un registro de las acciones realizadas por un usuario, un rol o 
un AWS servicio. CloudTrail captura todas las llamadas a la API BatchPutMetrics como eventos. 
SageMaker llama automáticamente BatchPutMetrics al crear una ejecución de experimento con 
el SageMaker SDK para Python. AWS CloudTrailcaptura los datos relacionados con las llamadas por 
tipo de recursoAWS::SageMaker::ExperimentTrialComponent.

Note

En la interfaz de usuario de Studio Classic Experiments, las pruebas se denominan grupos
de ejecuciones y los componentes de las pruebas se denominan ejecuciones.
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Al crear una ejecución de experimento, también puede configurar la entrega continua de CloudTrail 
eventos a un bucket de Amazon S3. Úselo CloudTrail para monitorear todas las métricas de 
entrenamiento ingeridas para la ejecución de un experimento, incluida información como el 
nombre de la métrica, el paso de entrenamiento de la métrica registrada, la marca temporal 
y el valor de la métrica. CloudTrail los eventos también incluyen el ARN de la ejecución del 
experimento, el ID de la cuenta que creó la ejecución y el tipo de recurso, que debería ser.
AWS::SageMaker::ExperimentTrialComponent

Para monitorizar las llamadas a la BatchPutMetrics API como CloudTrail eventos, 
primero debes configurar el registro de la actividad de la API del plano de datos. CloudTrail 
Para obtener más información, consulte Registro de eventos de datos para seguimiento. 
Para tener un control pormenorizado de las llamadas a la API que quieres registrar y pagar 
de forma selectiva, puedes filtrar CloudTrail los eventos por tipo de recurso. Especifique
AWS::SageMaker::ExperimentTrialComponent como tipo de recurso para supervisar las 
llamadas a la API BatchPutMetrics. Para obtener más información, consulta DataResourcela
referencia de la AWS CloudTrail API. Para obtener más información CloudTrail, consulta la Guía 
AWS CloudTrail del usuario.

Para obtener una explicación detallada de cómo SageMaker trabaja AmazonAWS CloudTrail, 
consultaRegistra las llamadas a SageMaker la API de Amazon con AWS CloudTrail.

El siguiente es un ejemplo de un CloudTrail evento de una métrica de entrenamiento en un 
experimento:

{ 
  ... 
  "eventTime": "2022-12-14T21:53:41Z", 
  "eventSource": "metrics-sagemaker.amazonaws.com", 
  "eventName": "BatchPutMetrics", 
  "awsRegion": "us-east-1", 
  "sourceIPAddress": "192.0.2.0", 
  "userAgent": "aws-cli/2.7.25 Python/3.9.11 Linux/5.4.214-134.408.amzn2int.x86_64 exe/
x86_64.amzn.2 prompt/off command/sm-metrics.batch-put-metrics", 
  "requestParameters": { 
    "trialComponentName": "trial-component-name", 
    "metricData": [ 
      { 
        "metricName": "foo", 
        "timestamp": 1670366870000, 
        "step": 101, 
        "value": 0.9
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      } 
    ] 
  }, 
  ... 
  "resources": [ 
    { 
      "accountId": "abcdef01234567890", 
      "type": "AWS::SageMaker::ExperimentTrialComponent", 
      "ARN": "arn:aws:sagemaker:us-east-1:1234567890abcdef0:experiment-trial-component/
trial-component-name"
    } 
  ], 
  ...
}

Recursos de Clean Up Amazon SageMaker Experiment

Para evitar incurrir en cargos innecesarios, elimina los recursos de Amazon SageMaker Experiment 
que ya no necesites. No puede eliminar los recursos de Experiment a través de la consola 
SageMaker de administración ni de la interfaz de usuario clásica de Amazon SageMaker Studio. En 
este tema se muestra cómo limpiar estos recursos mediante el SDK de SageMaker Python, Boto3 y 
el SDK de experimentos.

Temas

• Limpiar con el SDK de SageMaker Python (recomendado)

• Eliminar con el SDK de Python (Boto3)

• Eliminación con el SDK de experimentos

Limpiar con el SDK de SageMaker Python (recomendado)

Para limpiar con el SDK de SageMaker Python

from sagemaker.experiments.experiment import Experiment

exp = Experiment.load(experiment_name=experiment_name, sagemaker_session=sm_session)
exp._delete_all(action="--force")

Eliminar con el SDK de Python (Boto3)

Eliminación con Boto 3
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import boto3
sm = boto3.Session().client('sagemaker')

Defina cleanup_boto3

def cleanup_boto3(experiment_name): 
    trials = sm.list_trials(ExperimentName=experiment_name)['TrialSummaries'] 
    print('TrialNames:') 
    for trial in trials: 
        trial_name = trial['TrialName'] 
        print(f"\n{trial_name}") 

        components_in_trial = sm.list_trial_components(TrialName=trial_name) 
        print('\tTrialComponentNames:') 
        for component in components_in_trial['TrialComponentSummaries']: 
            component_name = component['TrialComponentName'] 
            print(f"\t{component_name}") 
            sm.disassociate_trial_component(TrialComponentName=component_name, 
 TrialName=trial_name) 
            try: 
                # comment out to keep trial components 
                sm.delete_trial_component(TrialComponentName=component_name) 
            except: 
                # component is associated with another trial 
                continue 
            # to prevent throttling 
            time.sleep(.5) 
        sm.delete_trial(TrialName=trial_name) 
    sm.delete_experiment(ExperimentName=experiment_name) 
    print(f"\nExperiment {experiment_name} deleted")

Llame a cleanup_boto3

# Use experiment name not display name
experiment_name = "experiment-name"
cleanup_boto3(experiment_name)

Eliminación con el SDK de experimentos

Eliminación con el SDK de experimentos

import sys
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!{sys.executable} -m pip install sagemaker-experiments

import time

from smexperiments.experiment import Experiment
from smexperiments.trial import Trial
from smexperiments.trial_component import TrialComponent

Defina cleanup_sme_sdk

def cleanup_sme_sdk(experiment): 
    for trial_summary in experiment.list_trials(): 
        trial = Trial.load(trial_name=trial_summary.trial_name) 
        for trial_component_summary in trial.list_trial_components(): 
            tc = TrialComponent.load( 
                trial_component_name=trial_component_summary.trial_component_name) 
            trial.remove_trial_component(tc) 
            try: 
                # comment out to keep trial components 
                tc.delete() 
            except: 
                # tc is associated with another trial 
                continue 
            # to prevent throttling 
            time.sleep(.5) 
        trial.delete() 
        experiment_name = experiment.experiment_name 
    experiment.delete() 
    print(f"\nExperiment {experiment_name} deleted")

Llame a cleanup_sme_sdk

experiment_to_cleanup = Experiment.load( 
    # Use experiment name not display name 
    experiment_name="experiment-name")

cleanup_sme_sdk(experiment_to_cleanup)
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SDK compatible adicional

Important

A partir de la versión 2.123.0, SageMaker Experiments ahora está completamente 
integrado con el SDK de SageMaker Python y ya no es necesario utilizar el SDK 
de Experiments independienteSageMaker . Se recomienda crear un experimento 
con sagemaker.experiments.run en lugar de hacerlo con el módulo siguiente
smexperiments.

En la siguiente sección, se describe cómo crear un SageMaker experimento con el SageMaker SDK 
de experimentos.

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección es específica 
sobre el uso de la aplicación Studio Classic. Para obtener información sobre el uso de la 
experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Crea un SageMaker experimento de Amazon con el SDK de SageMaker experimentos

Crea un SageMaker experimento de Amazon para hacer un seguimiento de tus trabajos de 
SageMaker formación, procesamiento y transformación.

El siguiente procedimiento le muestra cómo crear un SageMaker experimento para un trabajo 
de SageMaker formación, procesamiento o transformación. Los pasos etiquetados como (Studio 
Classic) describen cómo ver el experimento en Amazon SageMaker Studio Classic. No es necesario 
ejecutar el experimento en Studio Classic para verlo en Studio Classic.

1. Importa el módulo sys para instalar los SDK.

import sys

2. (Opcional) El SDK de Amazon SageMaker Python viene preinstalado en Amazon SageMaker 
Studio Classic. Si planea ejecutar el código fuera de Studio Classic, instale el SDK de 
SageMaker Python.
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!{sys.executable} -m pip install sagemaker

3. Instala el SDK de Python para SageMaker experimentos.

!{sys.executable} -m pip install sagemaker-experiments

4. Importación de módulos.

import time
from time import strftime

import sagemaker

from smexperiments.experiment import Experiment
from smexperiments.trial import Trial
from smexperiments.trial_component import TrialComponent
from smexperiments.tracker import Tracker

5. Obtenga el rol de ejecución y cree la SageMaker sesión.

role = sagemaker.get_execution_role()
sm_sess = sagemaker.session.Session()

6. Crea un SageMaker experimento. El nuevo nombre debe ser exclusivo de su cuenta.

Note

El parámetro tags es opcional. Puedes buscar la etiqueta con Studio Classic, la 
SageMaker consola y el SDK. Las etiquetas también se pueden aplicar a pruebas y 
componentes de pruebas.

create_date = strftime("%Y-%m-%d-%H-%M-%S")
demo_experiment = Experiment.create(experiment_name = "DEMO-
{}".format(create_date), 
                                    description = "Demo experiment", 
                                    tags = [{'Key': 'demo-experiments', 'Value': 
 'demo1'}])
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7. (Studio Classic) Para ver el experimento en Amazon SageMaker Studio Classic, en la barra 
lateral izquierda, selecciona Experimentos.

Después de ejecutar el código, la lista de experimentos contiene el nuevo experimento. La lista 
puede tardar un momento en actualizarse y mostrar el experimento. También se muestra el 
filtro de la etiqueta del experimento. Solo se muestran los experimentos que tienen una etiqueta 
coincidente. La lista debe ser similar a la siguiente:

8. Crear una prueba para el experimento. El nuevo nombre debe ser exclusivo de su cuenta.

demo_trial = Trial.create(trial_name = "DEMO-{}".format(create_date), 
                          experiment_name = demo_experiment.experiment_name, 
                          tags = [{'Key': 'demo-trials', 'Value': 'demo1'}])

9. Cree un componente de prueba como parte de la prueba. El componente de prueba es el 
SageMaker trabajo.

Añada el ExperimentConfigparámetro al método apropiado. Se admiten los SageMaker trabajos 
que se muestran en la siguiente tabla.

SDK compatible adicional 3283

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ExperimentConfig.html


Amazon SageMaker Guía para desarrolladores

Trabajo SageMaker Método SDK de Python Método Boto3

Formación Estimator.fit CreateTrainingJob

Procesand 
o

Processor.run CreateProcessingJob

Transform 
ar

Transformer.transform CreateTransformJob

Los siguientes ejemplos son para un trabajo de entrenamiento. El parámetro Tags añade una 
etiqueta al componente de prueba. ExperimentName no se especifica porque la prueba estaba 
asociada al experimento cuando se creó la prueba en un paso anterior.

Uso del SDK SageMaker de Python

sagemaker.estimator.Estimator( 
    ..., 
    sagemaker_session = sm_sess, 
    tags = [{'Key': 'demo-jobs', 'Value': 'demo2'}])

estimator.fit( 
    ..., 
    experiment_config = { 
        # "ExperimentName" 
        "TrialName" : demo_trial.trial_name, 
        "TrialComponentDisplayName" : "TrainingJob", 
    })

Uso de Boto3

create_training_job( 
    ..., 
    "ExperimentConfig": { 
        # "ExperimentName" 
        "TrialName" : demo_trial.trial_name, 
        "TrialComponentDisplayName" : "TrainingJob", 
    }, 
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    "Tags": [{'Key': 'demo-jobs', 'Value': 'demo2'}])

10. (Studio Classic) En la lista de experimentos, haga doble clic en el experimento para mostrar 
una lista de los ensayos del experimento. En la interfaz de usuario de Studio Classic, las 
pruebas se denominan grupos de ejecuciones y los componentes de las pruebas se denominan
ejecuciones. La lista debe ser similar a la siguiente:

11. (Studio Classic) Para ver información sobre el experimento, la prueba y el trabajo (componente 
de prueba), consulteVer, buscar y comparar ejecuciones de experimentos.

Para limpiar los recursos que ha creado, consulte Recursos de Clean Up Amazon SageMaker 
Experiment.

Preguntas frecuentes sobre experimentos

Consulte las siguientes preguntas frecuentes para obtener respuestas a las preguntas más 
frecuentes sobre SageMaker los experimentos.

P: ¿Cuál es el método recomendado para crear un experimento?

R: Los experimentos son un conjunto de ejecuciones destinadas a encontrar el mejor modelo para 
resolver un problema. Para inicializar una ejecución dentro de un experimento, usa la Run clase SDK 
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de SageMaker Python. Para obtener más ejemplos, consulte Crea un SageMaker experimento de 
Amazon.

P: ¿Puedo crear un experimento en modo SageMaker script?

Sí. Puede crear experimentos mediante el modo SageMaker guion. En el cuaderno de Jupyter o en 
el archivo Python que esté usando para definir su estimador, inicialice una ejecución con la clase
Run. Dentro de la ejecución, lance un estimador con su script de punto de entrada personalizado. 
Dentro de ese script de punto de entrada, utilice el método load_run para inicializar la ejecución 
que definió en el script de punto de entrada y registre sus métricas. Para ver ejemplos detallados, 
consulte Realice un seguimiento de los experimentos para los trabajos SageMaker de formación 
mediante el modo script.

P: ¿Qué SageMaker trabajos crean experimentos automáticamente?

SageMaker Los trabajos de optimización de hiperparámetros (HPO) (también conocidos como 
trabajos de ajuste) crean automáticamente experimentos para realizar un seguimiento de todos 
los trabajos de formación iniciados durante una búsqueda de hiperparámetros. Todos los demás 
SageMaker trabajos crean ejecuciones no asignadas, a menos que se inicien desde un experimento.

P: ¿Para qué tipo de SageMaker trabajos puedo crear un experimento?

Puedes usar SageMaker los experimentos para realizar un seguimiento de las métricas de los 
trabajos de formación, los trabajos de procesamiento y los trabajos de transformación.

P: ¿Por qué veo experimentos y ejecuciones en la interfaz de usuario clásica de Experiments Studio 
que no he creado con el SDK de SageMaker Python?

De forma predeterminada, las ejecuciones de experimentos que se crean automáticamente 
mediante SageMaker trabajos y contenedores están visibles en la interfaz de usuario 
clásica de Experiments Studio. Para ocultar las carreras creadas por los SageMaker 
trabajos de un experimento determinado, selecciona el icono de configuración 
( ) 
y activa la opción Mostrar trabajos.

P: ¿Sigue siendo compatible el SDK de SageMaker experimentos?

Sí, el SDK de SageMaker Experiments sigue siendo compatible. Sin embargo, a partir de la versión 
2.123.0, SageMaker Experiments está completamente integrado con el SDK de Python SageMaker . 
Recomendamos usar el SDK de SageMaker Python para crear experimentos y ejecuciones. Para 
obtener más información, consulte Crea un SageMaker experimento de Amazon.
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P: ¿Puedo usar el entrenamiento distribuido con mis experimentos?

R: Sí. Sin embargo, las métricas de entrenamiento distribuida solo se pueden registrar a nivel de 
época. Asegúrese de registrar solo métricas generadas por el nodo líder, tal y como se muestra en el 
siguiente ejemplo:

...
if rank == 0: 
         test_loss, correct, target, pred = test(model, test_loader, device, tracker) 
         logger.info( 
             "Test Average loss: {:.4f}, Test Accuracy: {:.0f}%;\n".format( 
                 test_loss, test_accuracy) 
             ) 
         ) 
         run.log_metric(name = "train_loss", value = loss.item(), step = epoch) 
         run.log_metric(name = "test_loss", value = test_loss, step = epoch) 
         run.log_metric(name = "test_accuracy", value = test_accuracy, step = epoch) 
         ...

Para obtener más información, consulte el cuaderno de ejemplo Ejecute un SageMaker experimento 
con Pytorch Distributed Data Parallel: MNIST Handwritten Digits Classification.

P: ¿Qué son las ejecuciones no asignadas?

R: Todos los trabajos de SageMaker (trabajos de formación, trabajos de procesamiento, trabajos de 
transformación) corresponden a ejecuciones. Al lanzar estos trabajos, TrialComponents se crean 
de forma predeterminada. TrialComponents se asignan directamente a las ejecuciones. Si estos 
trabajos se lanzan sin estar asociados explícitamente a un experimento o una ejecución, se crean 
como ejecuciones no asignadas.

P: ¿Debo pasar el contexto de la ejecución del experimento al guion de entrenamiento al ejecutar un 
trabajo de SageMaker entrenamiento?

R: Sí. Debe cargar el contexto de ejecución en el guion de entrenamiento, junto con la información de 
la SageMaker sesión.

from sagemaker.session import Session
from sagemaker.experiments.run import load_run

session = Session(boto3.session.Session(region_name=args.region))
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with load_run(sagemaker_session=session) as run: 
    run.log_parameters( 
        {"num_train_samples": len(train_set.data), "num_test_samples": 
 len(test_set.data)} 
    )

P: ¿Cómo puedo agregar una nueva ejecución a un análisis de experimento?

R: Si ya ha creado una comparación para su experimento y desea añadir una nueva ejecución para 
analizarla, seleccione todas las ejecuciones del análisis anterior, así como la nueva ejecución, y 
elija Analizar. Si no ve la nueva ejecución en la página de análisis resultante, actualice el navegador 
Studio Classic. Tenga en cuenta que actualizar el navegador de Studio Classic puede afectar al resto 
de pestañas abiertas.

Búsqueda mediante la SageMaker consola y la API de Amazon

Normalmente, el desarrollo de un modelo de machine learning requiere experimentos completos con 
diferentes conjuntos de datos, algoritmos y valores de hiperparámetros. Para gestionar hasta miles 
de experimentos con modelos de aprendizaje automático, utilice las funciones de búsqueda incluidas 
en SageMaker.

Puede utilizar la SageMaker búsqueda para:

• Organizar, buscar y evaluar los trabajos de entrenamiento utilizando propiedades, 
hiperparámetros, métricas de rendimiento o cualquier metadato.

• Buscar el modelo con mejor rendimiento al revisar las métricas de los modelos y los trabajos de 
entrenamiento, como la pérdida de entrenamiento o la exactitud de validación.

• Realizar un seguimiento del linaje de un modelo hasta el trabajo de entrenamiento y sus recursos 
relacionados, como el conjunto de datos de entrenamiento.

En este tema se describe la búsqueda desde la SageMaker consola y la SageMaker API.

Temas

• Organizar, buscar y evaluar trabajos de entrenamiento (consola)

• Buscar y evaluar trabajos de entrenamiento (API)

• Verificar los conjuntos de datos utilizados en los trabajos de entrenamiento

• Realizar un seguimiento del parentesco de un modelo
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Organizar, buscar y evaluar trabajos de entrenamiento (consola)

Para organizar los trabajos de entrenamiento, asígneles una o varias etiquetas.

Para buscar un recurso, modelo o trabajo de entrenamiento específico, utilice el seguimiento de 
modelos para realizar una búsqueda de las palabras clave asignadas a cualquier elemento que se 
pueda buscar. Los elementos que se pueden buscar incluyen trabajos de entrenamiento, modelos, 
hiperparámetros, metadatos, etiquetas y URL. Para restringir los resultados de seguimiento, puede 
realizar la búsqueda mediante varios criterios.

Para elegir el mejor modelo para la implementación, evalúe el rendimiento de todos los modelos 
con respecto a una o varias métricas. Puede utilizar los resultados del seguimiento de modelos para 
enumerar, ordenar y evaluar el rendimiento de los modelos de los experimentos.

Temas

• Uso de etiquetas para realizar un seguimiento de los trabajos de entrenamiento (consola)

• Búsqueda de trabajos de entrenamiento (consola)

• Evaluar los modelos (consola)

Uso de etiquetas para realizar un seguimiento de los trabajos de entrenamiento (consola)

Para agrupar los trabajos de entrenamiento, cree etiquetas con claves descriptivas y un valor. Por 
ejemplo, cree claves de etiquetas para: proyecto, propietario, cliente y sector.

Añadir etiquetas a los trabajos de entrenamiento (consola)

1. Abre la  SageMaker consola de Amazon.

2. En el panel de navegación, elija Trabajos de entrenamiento y Crear trabajo de entrenamiento.

3. Desplácese hasta la parte inferior de la página e introduzca una clave y un valor para la etiqueta.
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4. Para añadir otra etiqueta, elija Añadir etiqueta y añada otro par clave-valor.

Búsqueda de trabajos de entrenamiento (consola)

Puede buscar trabajos de entrenamiento utilizando diferentes atributos de trabajo. Tenga en cuenta 
que algunos parámetros de búsqueda solo aparecen si se ha creado un trabajo de entrenamiento 
con ese atributo. Por ejemplo, Etiquetas solo aparecerá si se ha agregado una etiqueta para un 
trabajo de entrenamiento.

Para buscar trabajos de entrenamiento (consola)

1. Abre la  SageMaker consola de Amazon.

2. En el panel de navegación, seleccione Búsqueda.

3. Agregue parámetros.

a. En el cuadro de búsqueda, introduce un parámetro y elige un tipo de parámetro, por ejemplo
TrainingJobName.

b. Seleccione una operación condicional. En el caso de los valores numéricos, utilice 
operadores como es igual a, menor que o bien mayor que. En el caso de los valores 
basados en texto, utilice operadores como igual a o contiene.

c. Introduzca un valor para el parámetro.

4. (Opcional) Para acotar la búsqueda, añada criterios de búsqueda adicionales. Seleccione Añadir 
fila y especifique los valores de los parámetros.

5. Elija Buscar.

Evaluar los modelos (consola)

Para evaluar el rendimiento de un modelo, revise sus metadatos, hiperparámetros y métricas. Para 
resaltar métricas, ajuste la vista para que solo muestre métricas e hiperparámetros importantes.

Para evaluar un modelo (consola)

1. Abre la  SageMaker consola de Amazon.

2. En el panel de navegación, elija Buscar y busque los trabajos de entrenamiento especificando 
los parámetros relevantes. Los resultados se muestran en una tabla.
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3. Abra la ventana de preferencias seleccionando el icono de configuración en la tabla de 
resultados de búsqueda.

4. Para mostrar u ocultar un hiperparámetro o una métrica, puede activarlo o desactivarlo 
seleccionando Hiperparámetro o Métrica .

5. Realice los cambios necesarios y, a continuación, seleccione Actualizar vista.

6. Después de visualizar las métricas e hiperparámetros importantes, puede comparar y contrastar 
el resultado. A continuación, puede elegir el mejor modelo para alojar o investigar los modelos 
que presentan un rendimiento bajo.

Buscar y evaluar trabajos de entrenamiento (API)

Puede utilizar la API Search para buscar y evaluar los trabajos de entrenamiento o para conseguir 
sugerencias de elementos utilizados en experimentos que se pueden buscar.

Temas

• Buscar trabajos de entrenamiento (API)

• Evaluación de modelos (API)

• Obtención de sugerencias para una búsqueda (API)

Buscar trabajos de entrenamiento (API)

Para buscar trabajos de entrenamiento, cree un parámetro de búsqueda mediante el parámetro
search_params. A continuación, utilice la función de búsqueda del subproceso smclient del SDK 
AWS para Python (Boto3).
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En el siguiente ejemplo, se muestra cómo se utiliza la API Search para buscar trabajos de 
entrenamiento.

import boto3

search_params={ 
   "MaxResults": 10, 
   "Resource": "TrainingJob", 
   "SearchExpression": {  
      "Filters": [{  
            "Name": "Tags.Project", 
            "Operator": "Equals", 
            "Value": "Project_Binary_Classifier" 
         }]}, 
  "SortBy": "Metrics.train:binary_classification_accuracy", 
  "SortOrder": "Descending"
}

smclient = boto3.client(service_name='sagemaker')
results = smclient.search(**search_params)

Evaluación de modelos (API)

Para evaluar los modelos, realice una búsqueda como la que se describe en Buscar trabajos de 
entrenamiento (API), revise las métricas del modelo y utilice el SDK AWS para Python (Boto3) para 
crear una tabla y representarla después.

En el siguiente ejemplo se muestra cómo evaluar modelos y mostrar los resultados en una tabla.

import pandas

headers=["Training Job Name", "Training Job Status", "Batch Size", "Binary 
 Classification Accuracy"]
rows=[]
for result in results['Results']:  
    trainingJob = result['TrainingJob'] 
    metrics = trainingJob['FinalMetricDataList'] 
    rows.append([trainingJob['TrainingJobName'], 
     trainingJob['TrainingJobStatus'], 
     trainingJob['HyperParameters']['mini_batch_size'], 
     metrics[[x['MetricName'] for x in   
     metrics].index('train:binary_classification_accuracy')]['Value'] 
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    ])

df = pandas.DataFrame(data=rows,columns=headers)

from IPython.display import display, HTMLdisplay(HTML(df.to_html()))

Obtención de sugerencias para una búsqueda (API)

Para obtener sugerencias de búsqueda, utilice la API GetSearchSuggestions.

El siguiente ejemplo del SDK AWS para Python (Boto3) es una solicitud
get_search_suggestions de elementos que contienen linear.

search_suggestion_params={ 
   "Resource": "TrainingJob", 
   "SuggestionQuery": {  
      "PropertyNameQuery": {  
         "PropertyNameHint": "linear" 
      } 
   }
}

A continuación se muestra un ejemplo de respuesta de una solicitud get_search_suggestions.

{ 
        'PropertyNameSuggestions': [{'PropertyName': 
 'hyperparameters.linear_init_method'}, 
                    {'PropertyName': 'hyperparameters.linear_init_value'}, 
                    {'PropertyName': 'hyperparameters.linear_init_sigma'}, 
                    {'PropertyName': 'hyperparameters.linear_lr'}, 
                    {'PropertyName': 'hyperparameters.linear_wd'}]
}

Una vez que reciba las sugerencias de búsqueda, puede utilizar uno de los nombres de propiedad en 
una búsqueda.

Verificar los conjuntos de datos utilizados en los trabajos de entrenamiento

Puede utilizar la capacidad de seguimiento de modelos para comprobar qué conjuntos de datos 
se han utilizado en el entrenamiento, dónde se han utilizado los conjuntos de datos de exclusiones 
y otros detalles acerca de los trabajos de entrenamiento. Por ejemplo, utilice la capacidad de 
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seguimiento de modelos para comprobar que se ha utilizado un conjunto de datos específico en un 
trabajo de entrenamiento por motivos de auditoría o para verificar la conformidad.

Para comprobar si un conjunto de datos específico se ha utilizado en un trabajo de entrenamiento, 
tiene que buscar la URL de su ubicación en Amazon Simple Storage Service (Amazon S3). La 
funcionalidad de seguimiento de modelos devuelve los trabajos de entrenamiento que utilizaron el 
conjunto de datos especificado. Si la búsqueda no devuelve el conjunto de datos (el resultado está 
vacío), ese conjunto de datos no se utilizó en ningún trabajo de entrenamiento. Un resultado vacío 
confirma, por ejemplo, que no se utilizó un conjunto de datos de exclusión.

Realizar un seguimiento del parentesco de un modelo

Puede utilizar la funcionalidad de seguimiento de modelos para obtener información sobre el linaje 
de los trabajos de entrenamiento y los recursos de modelos que se utilizaron con ellos, incluido 
el conjunto de datos, el algoritmo, los hiperparámetros y las métricas. Por ejemplo, si cree que el 
rendimiento de un modelo alojado ha disminuido, puede revisar el trabajo de entrenamiento y los 
recursos utilizados para determinar la causa del problema.

Temas

• Realizar un seguimiento del parentesco de un modelo (consola)

• Realizar un seguimiento del parentesco de un modelo (API)

Realizar un seguimiento del parentesco de un modelo (consola)

Para realizar un seguimiento del parentesco de un modelo (consola)

1. Abre la  SageMaker consola de Amazon.

2. En el panel de navegación, elija Puntos de conexión y seleccione el punto de conexión 
relevante.

3. Desplácese hasta la sección Opciones de configuración del punto de conexión. En esta 
sección se enumeran todas las versiones de modelos que se han implementado en el punto de 
conexión, con un hipervínculo al trabajo de entrenamiento que los ha creado.

Realizar un seguimiento del parentesco de un modelo (API)

Para realizar un seguimiento del parentesco de un modelo, obtenga el nombre del modelo y utilícelo 
para buscar trabajos de entrenamiento.
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En el siguiente ejemplo se muestra cómo realizar un seguimiento del parentesco de un modelo 
mediante la API.

# Get the name of model deployed at endpoint
endpoint_config = smclient.describe_endpoint_config(EndpointConfigName=endpointName)
model_name = endpoint_config['ProductionVariants'][0]['ModelName']

# Get the model's name
model = smclient.describe_model(ModelName=model_name)

# Search the training job by the location of model artifacts in Amazon S3
search_params={ 
   "MaxResults": 1, 
   "Resource": "TrainingJob", 
   "SearchExpression": {  
      "Filters": [  
         {  
            "Name": "ModelArtifacts.S3ModelArtifacts", 
            "Operator": "Equals", 
            "Value": model['PrimaryContainer']['ModelDataUrl'] 
         }]},
}
results = smclient.search(**search_params)

Después de encontrar el trabajo de entrenamiento, puede revisar los recursos utilizados para formar 
al modelo.

Realice el ajuste automático del modelo con SageMaker

El ajuste SageMaker automático de modelos (AMT) de Amazon, también conocido como ajuste de 
hiperparámetros, busca la mejor versión de un modelo realizando muchos trabajos de entrenamiento 
en el conjunto de datos. Para ello, AMT utiliza el algoritmo y los rangos de hiperparámetros que 
especifique. A continuación, elige los valores de hiperparámetros que dan lugar a un modelo con el 
mejor rendimiento medido por una métrica de su elección.

Por ejemplo, supongamos que desea resolver un problema de clasificación binaria en un conjunto 
de datos de marketing. Su objetivo es maximizar la métrica área bajo la curva (AUC) del algoritmo 
formando un modelo Algoritmo XGBoost. Desea encontrar los valores de los hiperparámetros eta,
alpha, min_child_weight y max_depth que servirán para formar el mejor modelo. Especifique 
un rango de valores para estos hiperparámetros. Luego, el ajuste de SageMaker hiperparámetros 
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busca dentro de estos rangos para encontrar una combinación de valores que cree un trabajo 
de entrenamiento que cree un modelo con el AUC más alto. Para ahorrar recursos o cumplir una 
expectativa de calidad específica del modelo, también puede configurar los criterios de finalización 
para detener el ajuste una vez que se hayan satisfecho los criterios.

Puede usar SageMaker AMT con algoritmos integrados, algoritmos personalizados o contenedores 
SageMaker prediseñados para los marcos de aprendizaje automático.

SageMaker AMT puede utilizar una instancia de Amazon EC2 Spot para optimizar los costes al 
ejecutar tareas de formación. Para obtener más información, consulte Utilice Managed Spot Training 
en Amazon SageMaker.

Antes de comenzar a utilizar el ajuste de hiperparámetros, debe tener un problema de machine 
learning bien definido que incluya los siguientes elementos:

• Un conjunto de datos

• La comprensión del tipo de algoritmo que necesita formar

• Una comprensión clara de cómo medir el éxito

Prepare el conjunto de datos y el algoritmo para que funcionen SageMaker y ejecuten correctamente 
un trabajo de formación al menos una vez. Para obtener información acerca de cómo configurar y 
ejecutar un trabajo de entrenamiento, consulte Introducción.

Temas

• Cómo funciona el ajuste de hiperparámetros

• Defina las métricas y las variables de entorno

• Definición de intervalos de hiperparámetros

• Realizar un seguimiento y establecer criterios de finalización de su trabajo de ajuste

• Ajuste varios algoritmos con Optimización de hiperparámetros para encontrar el mejor modelo

• Ejemplo: trabajo de ajuste de hiperparámetros

• Detener trabajos de entrenamiento pronto

• Ejecución de un trabajo de ajuste de hiperparámetros de inicio en caliente

• Límites de recursos para el ajuste de modelo automático

• Prácticas recomendadas para el ajuste de hiperparámetros
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Cómo funciona el ajuste de hiperparámetros

Cuando se crean sistemas de machine learning complejos como redes neuronales de aprendizaje 
profundo, es poco práctico explorar todas las combinaciones posibles. El ajuste de los 
hiperparámetros puede acelerar su productividad al probar muchas variaciones de un modelo. 
Busca automáticamente el mejor modelo, centrándose en las combinaciones más prometedoras de 
valores de hiperparámetros dentro de los rangos que especifique. Para obtener buenos resultados, 
es preciso elegir los intervalos de exploración adecuados.

Utilice la guía de referencia de la API para comprender cómo interactuar con el 
ajuste de hiperparámetros. Los ejemplos de esta página se encuentran en las API y.
HyperParameterTuningJobConfigHyperbandStrategyConfig

Note

Debido a que el algoritmo es estocástico, es posible que el modelo de ajuste de 
hiperparámetros no consiga converger en la mejor respuesta, aunque los intervalos 
especificados sean correctos. Esto puede ocurrir incluso si la mejor combinación posible de 
valores se encuentra dentro de los rangos que elija.

Búsqueda en cuadrícula

Al utilizar la búsqueda en cuadrículas, el ajuste de hiperparámetros elige combinaciones de valores 
del rango de valores categóricos que se especifican al crear el trabajo. Cuando se utiliza la estrategia 
de búsqueda en cuadrículas, solo se admiten parámetros categóricos. No es necesario especificar
MaxNumberOfTrainingJobs. El número de trabajos de entrenamiento creados por el trabajo de 
ajuste se calculará automáticamente para ser el número total de combinaciones categóricas distintas 
posibles. Si se especifica, el valor de MaxNumberOfTrainingJobs debe ser igual al número total 
de combinaciones categóricas distintas posibles.

Búsqueda aleatoria

En una búsqueda aleatoria, el ajuste de hiperparámetros elige una combinación aleatoria de valores 
dentro de los rangos que especifique para hiperparámetros para cada trabajo de entrenamiento 
que se lance. Dado que la elección de valores de hiperparámetros no depende del resultado 
de los trabajos de entrenamiento anteriores, puede ejecutar el número máximo de trabajos de 
entrenamiento simultáneos sin afectar al rendimiento de la búsqueda.
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Para ver un ejemplo de portátil que utiliza la búsqueda aleatoria, consulte el cuaderno Búsqueda 
aleatoria y escalado de hiperparámetros con SageMaker XGBoost y Automatic Model Tuning.

Optimización bayesiana

La optimización bayesiana trata el ajuste de hiperparámetros como un problema de regresión. 
Dado un conjunto de características de entrada (los hiperparámetros), el ajuste de hiperparámetros 
optimiza un modelo para la métrica que elija. Para solucionar un problema de regresión, el ajuste 
de hiperparámetros hace suposiciones sobre qué combinaciones de hiperparámetros tendrán 
probablemente los mejores resultados y ejecuta trabajos de entrenamiento para probar estos valores. 
Después de probar el primer conjunto de valores de hiperparámetros, el ajuste de hiperparámetros 
utiliza la regresión para elegir el siguiente conjunto de valores de hiperparámetros que va a probar.

El ajuste de hiperparámetros utiliza una SageMaker implementación de Amazon de optimización 
bayesiana.

Cuando elige los mejores hiperparámetros para el siguiente trabajo de entrenamiento, el ajuste de 
hiperparámetros tiene en cuenta todo lo que conoce del problema hasta el momento. A veces elige 
una combinación de valores de hiperparámetro próxima a la combinación resultante en el mejor 
trabajo de entrenamiento anterior para mejorar el rendimiento de forma incremental. De esta forma, 
el ajuste de hiperparámetros puede explotar los mejores resultados conocidos. Otras veces, elige 
un conjunto de valores de hiperparámetro muy diferentes de los que ya ha probado. Esto le permite 
explorar el rango de valores de hiperparámetro para intentar encontrar nuevos ámbitos que no están 
bien comprendidos. Este equilibrio entre exploración y explotación es habitual en muchos problemas 
de machine learning.

Para obtener más información sobre la optimización bayesiana, consulte lo siguiente:

Temas básicos sobre optimización bayesiana

• A Tutorial on Bayesian Optimization of Expensive Cost Functions, with Application to Active User 
Modeling and Hierarchical Reinforcement Learning

• Practical Bayesian Optimization of Machine Learning Algorithms

• Taking the Human Out of the Loop: A Review of Bayesian Optimization

Agilización de la optimización bayesiana

• Google Vizier: A Service for Black-Box Optimization
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• Learning Curve Prediction with Bayesian Neural Networks

• Speeding up automatic hyperparameter optimization of deep neural networks by extrapolation of 
learning curves

Modelado avanzado y transferencia de aprendizaje

• Scalable Hyperparameter Transfer Learning

• Bayesian Optimization with Tree-structured Dependencies

• Bayesian Optimization with Robust Bayesian Neural Networks

• Scalable Bayesian Optimization Using Deep Neural Networks

• Input Warping for Bayesian Optimization of Non-stationary Functions

Hyperband

Hyperband es una estrategia de ajuste basada en multifidelidad que reasigna recursos de 
forma dinámica. Hyperband utiliza los resultados intermedios y finales de los trabajos de 
entrenamiento para reasignar épocas a configuraciones de hiperparámetros bien utilizadas y 
detiene automáticamente las que tienen un rendimiento inferior. También se adapta sin problemas 
para utilizar muchos trabajos de entrenamiento en paralelo. Estas funciones pueden acelerar 
considerablemente el ajuste de hiperparámetros en comparación con las estrategias de búsqueda 
aleatoria y optimización bayesiana.

Hyperband solo debe usarse para ajustar algoritmos iterativos que publican resultados en diferentes 
niveles de recursos. Por ejemplo, Hyperband se puede utilizar para ajustar una red neuronal para la 
clasificación de imágenes, que publica métricas de precisión después de cada época.

Para obtener más información acerca de las prácticas recomendadas de Hyperband, consulte los 
siguientes enlaces:

• Hyperband: A Novel Bandit-Based Approach to Hyperparameter Optimization

• Ajuste masivo de hiperparámetros en paralelo

• BOHB: optimización de hiperparámetros sólida y eficiente a escala

• Búsqueda asíncrona de hiperparámetros y arquitecturas neuronales basada en modelos
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Hyperband con parada temprana

Los trabajos de entrenamiento pueden detenerse antes de tiempo cuando es poco probable 
que mejoren la métrica objetiva del trabajo de ajuste de hiperparámetros. Esto puede ayudar 
a reducir el tiempo de procesamiento y evitar el sobreajuste del modelo. Hyperband utiliza 
un mecanismo interno avanzado para detener anticipadamente. Por lo tanto, el parámetro
TrainingJobEarlyStoppingType de la API HyperParameterTuningJobConfig debe 
configurarse en OFF cuando se utilice la característica interna de parada temprana de Hyperband.

Note

El ajuste de hiperparámetros podría no mejorar su modelo. Es una herramienta avanzada 
para crear soluciones de máquinas. Como tal, debe considerarse parte del proceso de 
desarrollo científico.

Defina las métricas y las variables de entorno

Un trabajo de ajuste optimiza hiperparámetros para trabajos de entrenamiento que lanza mediante 
el uso de una métrica para evaluar el rendimiento. Esta guía muestra cómo definir las métricas para 
que puedas usar un algoritmo personalizado para el entrenamiento o usar un algoritmo integrado de 
Amazon SageMaker. Esta guía también muestra cómo especificar las variables de entorno durante 
un trabajo de ajuste automático del modelo (AMT).

Definición de métricas

SageMaker El ajuste de hiperparámetros de Amazon analiza los algoritmos stdout y las stderr
transmisiones de su aprendizaje automático para encontrar métricas, como la pérdida o la precisión 
de la validación. Las métricas muestran el rendimiento del modelo en el conjunto de datos.

En las secciones siguientes se describe cómo utilizar dos tipos de algoritmos para el entrenamiento: 
integrados y personalizados.

Usa un algoritmo integrado para el entrenamiento

Si utiliza uno de los algoritmos SageMaker integrados, las métricas ya están definidas. Además, 
los algoritmos integrados envían automáticamente métricas al ajuste de hiperparámetros para 
optimización. Estas métricas también se escriben en los CloudWatch registros de Amazon. 
Para obtener más información, consulta Registrar SageMaker eventos de Amazon con Amazon 
CloudWatch.
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Para la métrica objetiva del trabajo de ajuste, elija una de las métricas que emite el algoritmo 
integrado. Para obtener una lista de las métricas disponibles, consulte la sección de ajuste del 
modelo para ver el algoritmo correspondiente en Use Amazon Builted SageMaker Algorithms or 
Pretrained Models.

Puede elegir hasta 40 métricas para que su trabajo de ajuste las supervise. Seleccione una de esas 
métricas para que sea la métrica objetiva. El trabajo de ajuste de hiperparámetros muestra el trabajo 
de entrenamiento  que obtuvo el mejor rendimiento en comparación con la métrica objetiva.

Note

El ajuste de hiperparámetros envía automáticamente un hiperparámetro adicional
_tuning_objective_metric para pasar la métrica objetiva al trabajo de ajuste y utilizarlo 
durante el entrenamiento.

Use un algoritmo personalizado para el entrenamiento

En esta sección se muestra cómo definir sus propias métricas para usar su propio algoritmo 
personalizado para el entrenamiento. Al hacerlo, asegúrese de que su algoritmo escriba al menos 
una métrica en stderr o stdout. El ajuste de hiperparámetros analiza estas secuencias para 
encontrar métricas del algoritmo que muestren el rendimiento del modelo en el conjunto de datos.

Las métricas de un trabajo de ajuste se pueden definir especificando un nombre y una expresión 
regular para cada métrica que su trabajo de ajuste monitoriza. A continuación, pase estas 
definiciones de métricas a la API CreateHyperParameterTuningJob en el parámetro
TrainingJobDefinition del campo MetricDefinitions de AlgorithmSpecification.

A continuación, se muestra un ejemplo del resultado de un registro escrito en stderr o stdout por 
un algoritmo de entrenamiento.

GAN_loss=0.138318;  Scaled_reg=2.654134; disc:[-0.017371,0.102429] real 93.3% gen 0.0% 
 disc-combined=0.000000; disc_train_loss=1.374587;  Loss = 16.020744;  Iteration 0 took 
 0.704s;  Elapsed=0s

El siguiente ejemplo de código muestra cómo utilizar expresiones regulares en Python (regex). Se 
utiliza para buscar el resultado del registro de muestra y capturar los valores numéricos de cuatro 
métricas distintas.

[ 
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    { 
        "Name": "ganloss", 
        "Regex": "GAN_loss=(.*?);", 
    }, 
    { 
        "Name": "disc-combined", 
        "Regex": "disc-combined=(.*?);", 
    }, 
    { 
        "Name": "discloss", 
        "Regex": "disc_train_loss=(.*?);", 
    }, 
    { 
        "Name": "loss", 
        "Regex": "Loss = (.*?);", 
    },
]

En las expresiones regulares, los paréntesis () se utilizan para agrupar partes de la expresión 
regular.

• Para la métrica loss que se define en el ejemplo de código, la expresión (.*?); captura 
cualquier carácter entre el texto exacto "Loss=" y el primer carácter de punto y coma (;).

• El carácter . indica a la expresión regular que coincida con cualquier carácter.

• El carácter * significa que coincida con cero o más caracteres.

• El carácter ? significa capturar solo hasta la primera instancia del carácter ;.

La métrica de pérdida definida en la muestra de código capturará Loss = 16.020744 del resultado 
de la muestra.

Elija una de las métricas que defina como la métrica objetiva del trabajo de 
ajuste. Si utiliza la SageMaker API, especifique el valor de la name clave en el
HyperParameterTuningJobObjective campo del HyperParameterTuningJobConfig
parámetro que envíe a la CreateHyperParameterTuningJoboperación.

Especificar variables de entorno

SageMaker AMT optimiza los hiperparámetros dentro de un trabajo de ajuste para encontrar los 
mejores parámetros para el rendimiento del modelo. Puede usar variables de entorno para configurar 
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su trabajo de ajuste para cambiar su comportamiento. También puede usar variables de entorno que 
haya utilizado durante el entrenamiento en su trabajo de ajuste.

Si desea utilizar una variable de entorno de su trabajo de ajuste o especificar una nueva variable 
de entorno, introduzca un valor de cadena para ello Environment en la API. SageMaker
HyperParameterTrainingJobDefinition Transfiera esta definición de trabajo de formación a la
CreateHyperParameterTuningJobAPI.

Por ejemplo, la variable de entorno SM_LOG_LEVEL se puede establecer en los siguientes valores 
para personalizar la salida de un contenedor de Python.

NOTSET=0
DEBUG=10
INFO=20
WARN=30
ERROR=40
CRITICAL=50

Por ejemplo, para configurar el nivel de registro como para 10 depurar los registros del contenedor, 
configura la variable de entorno dentro del HyperParameterTrainingJobDefinition, de la siguiente 
manera.

{ 
   "HyperParameterTuningJobConfig": {  
   ..., 
   } 
   "TrainingJobDefinition": {  
      ..., 
      "Environment" : [ 
          { 
            "SM_LOG_LEVEL": 10  
          } 
      ], 
      ..., 
   }, 
   ...,         
}         
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Definición de intervalos de hiperparámetros

En esta guía, se muestra cómo utilizar las SageMaker API para definir los rangos de 
hiperparámetros. También proporciona una lista de tipos de escalado de hiperparámetros que puede 
utilizar.

Elegir hiperparámetros e intervalos afecta significativamente al rendimiento del trabajo de ajuste. 
El ajuste de hiperparámetros encuentra los mejores valores de hiperparámetros para su modelo 
buscando en un rango de valores que usted especifica para cada hiperparámetro ajustable. También 
puede especificar hasta 100 hiperparámetros estáticos que no cambien durante el trabajo de ajuste. 
Puede utilizar hasta 100 hiperparámetros en total (estáticos y ajustables). Para obtener instrucciones 
sobre cómo elegir hiperparámetros e intervalos, consulte Prácticas recomendadas para el ajuste 
de hiperparámetros. También puede utilizar el ajuste automático para encontrar la configuración 
óptima de los trabajos de ajuste. Para obtener más información, consulte la siguiente sección Ajuste 
automático.

Note

SageMaker El ajuste automático del modelo (AMT) puede añadir hiperparámetros 
adicionales que contribuyen al límite de 100 hiperparámetros en total. Actualmente, para 
pasar la métrica objetivo al trabajo de ajuste para utilizarla durante el entrenamiento, 
SageMaker se añade automáticamente. _tuning_objective_metric

Hiperparámetros estáticos

Utilice hiperparámetros estáticos para los casos siguientes: Por ejemplo, puede usar AMT para 
ajustar el modelo mediante param1 (un parámetro ajustable) y param2 (un parámetro estático). Si 
lo hace, utilice un espacio de búsqueda para param1 que se encuentre entre dos valores y pase
param2 como un hiperparámetro estático, de la siguiente manera.

param1: ["range_min","range_max"]
param2: "static_value"

Los hiperparámetros estáticos tienen la siguiente estructura:

"StaticHyperParameters": { 
    "objective" : "reg:squarederror", 
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    "dropout_rate": "0.3"
}   

Puedes usar la SageMaker API de Amazon para especificar pares de valores clave en el
StaticHyperParameterscampo del HyperParameterTrainingJobDefinition parámetro que 
pasas a la CreateHyperParameterTuningJoboperación.

Hiperparámetros dinámicos

Puede utilizar la SageMaker API para definir los rangos de hiperparámetros. Especifique 
los nombres de hiperparámetros e intervalos de valores en el campo ParameterRanges
del parámetro HyperParameterTuningJobConfig que pasa a la operación
CreateHyperParameterTuningJob.

El campo tiene ParameterRanges tres subcampos: categórico, entero y continuo. Puede definir 
hasta 30 hiperparámetros ajustables en total (categóricos + enteros + continuos) para realizar 
búsquedas.

Note

Cada hiperparámetro categórico puede tener como máximo 30 valores diferentes.

Los hiperparámetros dinámicos tienen la siguiente estructura:

"ParameterRanges": { 
    "CategoricalParameterRanges": [ 
        { 
            "Name": "tree_method", 
            "Values": ["auto", "exact", "approx", "hist"] 
        } 
    ], 
    "ContinuousParameterRanges": [ 
        { 
            "Name": "eta", 
            "MaxValue" : "0.5", 
            "MinValue": "0", 
            "ScalingType": "Auto" 
        } 
    ], 
    "IntegerParameterRanges": [ 
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        { 
            "Name": "max_depth", 
            "MaxValue": "10", 
            "MinValue": "1", 
            "ScalingType": "Auto" 
        } 
    ]
}

Si crea un trabajo de ajuste con una estrategia Grid, solo puede especificar valores categóricos. No 
es necesario proporcionar el MaxNumberofTrainingJobs. Este valor se deduce del número total 
de configuraciones que se pueden producir a partir de sus parámetros categóricos. Si se especifica, 
el valor de MaxNumberOfTrainingJobs debe ser igual al número total de combinaciones 
categóricas distintas posibles.

Ajuste automático

Para ahorrar tiempo y recursos al buscar rangos de hiperparámetros, recursos o métricas objetivas, 
el ajuste automático puede adivinar automáticamente los valores óptimos para algunos campos 
de hiperparámetros. Utilice el ajuste automático para buscar valores óptimos para los siguientes 
campos:

• ParameterRanges— Los nombres y rangos de los hiperparámetros que un trabajo de ajuste puede 
optimizar.

• ResourceLimits— Los recursos máximos que se utilizarán en un trabajo de ajuste. Estos recursos 
pueden incluir el número máximo de trabajos de entrenamiento, el tiempo de ejecución máximo de 
un trabajo de ajuste y el número máximo de trabajos de entrenamiento que se pueden ejecutar al 
mismo tiempo.

• TrainingJobEarlyStoppingType— Un indicador que detiene un trabajo de formación si no mejora 
significativamente con respecto a una métrica objetiva. El valor predeterminado es activado. Para 
obtener más información, consulte Detener trabajos de entrenamiento pronto.

• RetryStrategy— El número de veces que se debe volver a intentar un trabajo de formación. Los 
valores distintos de cero de RetryStrategy pueden aumentar la probabilidad de que el trabajo 
se complete correctamente.

• Strategy: especifica cómo el ajuste de hiperparámetros elige las combinaciones de valores de 
hiperparámetros que se van a utilizar en el trabajo de entrenamiento que lanza.

• ConvergenceDetected— Un indicador que indica que el ajuste automático del modelo (AMT) ha 
detectado la convergencia del modelo.
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Para usar el ajuste automático, haga lo siguiente:

1. Especifique el hiperparámetro y un valor de ejemplo en el AutoParameters campo de la
ParameterRangesAPI.

2. Habilite el ajuste automático.

AMT determinará si sus hiperparámetros y valores de ejemplo son aptos para el ajuste automático. 
Los hiperparámetros que se pueden utilizar en el ajuste automático se asignan automáticamente al 
tipo de rango de parámetros adecuado. Luego, AMT utiliza ValueHint para seleccionar un rango 
óptimo para usted. Puede usar la API DescribeHyperParameterTrainingJob para ver estos 
rangos.

En el siguiente ejemplo se muestra cómo configurar un trabajo de ajuste que utiliza ajuste 
automático. En el ejemplo de configuración, el hiperparámetro max_depth tiene ValueHint con un 
valor de ejemplo de 4.

config = { 
    'Autotune': {'Mode': 'Enabled'}, 
    'HyperParameterTuningJobName':'my-autotune-job', 
    'HyperParameterTuningJobConfig': { 
        'HyperParameterTuningJobObjective': {'Type': 'Minimize', 'MetricName': 
 'validation:rmse'}, 
        'ResourceLimits': {'MaxNumberOfTrainingJobs': 5, 'MaxParallelTrainingJobs': 1}, 
        'ParameterRanges': {        
            'AutoParameters': [ 
                {'Name': 'max_depth', 'ValueHint': '4'} 
            ] 
        } 
    }, 
    'TrainingJobDefinition': { 
    .... }

Continuando con el ejemplo anterior, se crea un trabajo de ajuste después de incluir la 
configuración anterior en una llamada a la API CreateHyperParameterTuningJob. 
A continuación, el autoajuste convierte el hiperparámetro max_depth en hiperparámetro. 
AutoParameters IntegerParameterRanges La siguiente respuesta de una API
DescribeHyperParameterTrainingJob muestra que los valores óptimos
IntegerParameterRanges para max_depth están comprendidos entre 2 y 8.

{ 

Definición de intervalos de hiperparámetros 3307

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ParameterRanges.html


Amazon SageMaker Guía para desarrolladores

    'HyperParameterTuningJobName':'my_job', 
    'HyperParameterTuningJobConfig': { 
        'ParameterRanges': { 
            'IntegerParameterRanges': [ 
                {'Name': 'max_depth', 'MinValue': '2', 'MaxValue': '8'}, 
            ], 
        } 
    }, 
    'TrainingJobDefinition': { 
        ... 
    }, 
    'Autotune': {'Mode': 'Enabled'} 
     
}

Tipos de escalado de hiperparámetros

Para los rangos de hiperparámetros enteros y continuos, puede elegir la escala que desee que utilice 
el ajuste de hiperparámetros. Por ejemplo, para buscar en el rango de valores, puede especificar un 
valor para el campo ScalingType del rango de hiperparámetros. Puede elegir entre los siguientes 
tipos de escalado de hiperparámetros:

Auto

SageMaker el ajuste del hiperparámetro elige la mejor escala para el hiperparámetro.

Lineal

El ajuste de hiperparámetros busca los valores en el rango de hiperparámetros utilizando una 
escala lineal. Normalmente, esta opción se elige si el rango de todos los valores, desde el más 
bajo hasta el más alto, es relativamente pequeño (dentro de un orden de magnitud). La búsqueda 
uniforme de valores del rango proporciona una exploración razonable de todo el rango.

Logarítmico

El ajuste de hiperparámetros busca los valores en el rango de hiperparámetros utilizando una 
escala logarítmica.

El escalado logarítmico funciona solo para rangos que solo tienen valores mayores que 0.

Elija el escalado logarítmico cuando está buscando un rango que abarque varios órdenes de 
magnitud.
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Por ejemplo, si está ajustando un modelo Ajustar un modelo de aprendizaje lineal y especifica 
un rango de valores entre 0,0001 y 1,0 para el hiperparámetro learning_rate, tenga en 
cuenta lo siguiente: si busca de manera uniforme en una escala logarítmica, obtendrá una mejor 
muestra de todo el rango que si lo hiciera en una escala lineal. Esto se debe a que al buscar 
en una escala lineal se dedicaría, de media, el 90 por ciento del presupuesto de entrenamiento 
únicamente a los valores comprendidos entre 0,1 y 1,0. Como resultado, solo queda el 10 por 
ciento del presupuesto de entrenamiento para los valores entre 0,0001 y 0,1.

ReverseLogarithmic

El ajuste de hiperparámetros busca los valores en el rango de hiperparámetros utilizando 
una escala logarítmica. El escalado logarítmico inverso solo se admite para rangos de 
hiperparámetros continuos. No se admite para rangos de hiperparámetros enteros.

Elija el escalado logarítmico inverso cuando se busca un rango que sea muy sensible a pequeños 
cambios que sean muy próximos a 1.

El escalado logarítmico inverso funciona solo para rangos que están completamente dentro del 
rango 0<=x<1,0.

Para ver un ejemplo de bloc de notas que utiliza el escalado de hiperparámetros, consulte estos
ejemplos de SageMaker hiperparámetros de Amazon en. GitHub

Realizar un seguimiento y establecer criterios de finalización de su trabajo 
de ajuste

Puede utilizar criterios de finalización para indicar al ajuste automático del modelo (AMT) que 
detenga el trabajo de ajuste si se cumplen determinadas condiciones. Con estas condiciones, puede 
establecer un rendimiento mínimo del modelo o un número máximo de trabajos de entrenamiento 
que no mejoran cuando se evalúan con respecto a la métrica objetiva. También puede hacer un 
seguimiento del avance de su trabajo de ajuste y decidir si continuar o detenerlo manualmente. 
Esta guía le muestra cómo establecer los criterios de finalización, comprobar el avance y detener el 
trabajo de ajuste manualmente.

Establezca los criterios de finalización para su trabajo de ajuste

Durante la optimización de hiperparámetros, un trabajo de ajuste pondrá en marcha varios trabajos 
de entrenamiento en bucle. El trabajo de ajuste realizará lo siguiente.
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• Compruebe si ha completado sus trabajos de entrenamiento y actualice las estadísticas en 
consecuencia

• Decida qué combinación de hiperparámetros evaluar a continuación.

AMT comprobará continuamente los trabajos de entrenamiento que se hayan iniciado a partir de su 
trabajo de ajuste para actualizar las estadísticas. Estas estadísticas incluyen el tiempo de ejecución 
del trabajo de ajuste y el mejor trabajo de entrenamiento. A continuación, AMT determina si debe 
detener el trabajo de acuerdo con sus criterios de finalización. También puede comprobar estas 
estadísticas y detener el trabajo manualmente. Para obtener más información sobre cómo detener un 
trabajo manualmente, consulte la sección Detener el trabajo de ajuste manualmente.

Por ejemplo, si su trabajo de ajuste cumple su objetivo, puede interrumpir el ajuste antes de tiempo 
para ahorrar recursos o garantizar la calidad del modelo. AMT comprueba el rendimiento del trabajo 
en función de los criterios de finalización y detiene el trabajo de ajuste si se ha cumplido alguno.

Puede especificar los siguientes tipos de criterios de finalización:

• MaxNumberOfTrainingJobs: el número máximo de trabajos de entrenamiento que deben 
ejecutarse antes de detener el ajuste.

• MaxNumberOfTrainingJobsNotImproving: el número máximo de trabajos de entrenamiento 
que no mejoran el rendimiento en comparación con la métrica objetiva del mejor trabajo de 
entrenamiento actual. Por ejemplo, si el mejor trabajo de entrenamiento arrojó una métrica objetiva 
con una precisión de 90%, y MaxNumberOfTrainingJobsNotImproving está establecido en
10. En este ejemplo, el ajuste se detendrá cuando los trabajos de entrenamiento 10 no muestren 
una precisión superior al 90%.

• MaxRuntimeInSeconds: el límite máximo de tiempo real que puede durar un trabajo de ajuste en 
segundos.

• TargetObjectiveMetricValue: el valor de la métrica objetiva con la que se evalúa el trabajo 
de ajuste. Una vez alcanzado este valor, AMT detiene el trabajo de ajuste.

• CompleteOnConvergence: un indicador para detener el ajuste después de que un algoritmo 
interno determine que es poco probable que el trabajo de ajuste mejore más de un 1% con 
respecto a la métrica objetiva del mejor trabajo de entrenamiento.
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Elección de los criterios de finalización

Puede elegir uno o varios criterios de finalización para detener el trabajo de ajuste de 
hiperparámetros una vez que se haya cumplido una condición. Las siguientes instrucciones le 
muestran cómo seleccionar los criterios de finalización y cómo decidir cuál es el más adecuado para 
su caso de uso.

• MaxNumberOfTrainingJobsUtilícelo en la ResourceLimitsAPI para establecer un límite 
máximo para la cantidad de trabajos de formación que se pueden ejecutar antes de detener el 
trabajo de ajuste. Comience con un número grande y ajústelo en función del rendimiento del 
modelo en función del objetivo de su trabajo de ajuste. La mayoría de los usuarios introducen 
valores cercanos a 50 o más trabajos de entrenamiento para encontrar una configuración de 
hiperparámetros óptima. Los usuarios que buscan niveles más altos de rendimiento del modelo 
utilizarán 200 o más trabajos de entrenamiento.

• Úselo MaxNumberOfTrainingJobsNotImproving en el campo BestObjectiveNotImprovingAPI 
para detener el entrenamiento si el rendimiento del modelo no mejora después de un número 
específico de trabajos. El rendimiento del modelo se evalúa en función de una función 
objetivo. Cuando MaxNumberOfTrainingJobsNotImproving se cumpla, AMT detendrá 
el trabajo de ajuste. Los trabajos de ajuste suelen progresar más al principio del trabajo. 
Mejorar el rendimiento del modelo en comparación con una función objetivo requerirá un 
mayor número de trabajos de entrenamiento hacia el final del ajuste. Seleccione un valor para
MaxNumberOfTrainingJobsNotImproving comparando el rendimiento de trabajos de 
entrenamiento similares con su métrica objetiva.

• Úselo MaxRuntimeInSeconds en la ResourceLimitsAPI para establecer un límite máximo para la 
cantidad de tiempo que puede tardar el trabajo de ajuste en un reloj de pared. Utilice este campo 
para cumplir la fecha límite en la que debe completarse el trabajo de ajuste o para limitar los 
recursos informáticos.

Para obtener un tiempo de cálculo total estimado en segundos para un trabajo de ajuste, utilice la 
siguiente fórmula:

Tiempo máximo de cálculo estimado en segundos = MaxRuntimeInSeconds *
MaxParallelTrainingJobs * MaxInstancesPerTrainingJob
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Note

La duración real de un trabajo de ajuste puede diferir ligeramente del valor especificado en 
este campo.

• TargetObjectiveMetricValueUtilízalo en la TuningJobCompletionCriteriaAPI para detener 
tu trabajo de ajuste. El trabajo de ajuste se detiene después de que cualquier trabajo de 
entrenamiento iniciado por el trabajo de ajuste alcance este valor métrico objetivo. Utilice este 
campo si su caso de uso depende de alcanzar un nivel de rendimiento específico, en lugar de 
gastar recursos de cálculo para encontrar el mejor modelo posible.

• Úselo CompleteOnConvergence en la TuningJobCompletionCriteriaAPI para detener un trabajo 
de ajuste después de que AMT haya detectado que el trabajo de ajuste ha convergido y es poco 
probable que logre nuevos avances significativos. Utilice este campo cuando no esté claro qué 
valores se deben utilizar para alguno de los demás criterios de finalización. AMT determina la 
convergencia en función de un algoritmo desarrollado y probado en una amplia gama de puntos 
de referencia diversos. Se considera que un trabajo de ajuste ha convergido cuando ninguno 
de los trabajos de entrenamiento arroja una mejora significativa (un 1% o menos). La mejora se 
mide en función de la métrica objetiva obtenida por el trabajo con el rendimiento más alto hasta el 
momento.

Combinar diferentes criterios de finalización

También puede combinar cualquiera de los diferentes criterios de finalización en el mismo trabajo de 
ajuste. AMT detendrá el trabajo de ajuste cuando se cumpla alguno de los criterios de finalización. 
Por ejemplo, si desea ajustar el modelo hasta que cumpla una métrica objetiva, pero no quiere seguir 
ajustándolo si su trabajo ha sido convergente, utilice la siguiente guía.

• Especifique TargetObjectiveMetricValue en la TuningJobCompletionCriteriaAPI si desea 
establecer un valor de métrica objetivo objetivo que desee alcanzar.

• CompleteOnConvergenceEnabledConfigúrelo para detener un trabajo de ajuste si AMT ha 
determinado que es poco probable que el rendimiento del modelo mejore.

Realice un seguimiento del avance del trabajo de ajuste

Puede utilizar la API DescribeHyperParameterTuningJob para realizar un seguimiento del 
avance de su trabajo de ajuste en cualquier momento mientras se esté ejecutando. No es necesario 
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que especifique los criterios de finalización para obtener información de seguimiento para su trabajo 
de ajuste. Utilice los siguientes campos para obtener estadísticas sobre su trabajo de ajuste.

• BestTrainingJob— Un objeto que describe el mejor trabajo de formación obtenido hasta el 
momento, comparado con tu métrica objetiva. Utilice este campo para comprobar el rendimiento de 
su modelo actual y el valor de la métrica objetiva de este mejor trabajo de entrenamiento.

• ObjectiveStatusCounters— Un objeto que especifica el número total de trabajos de formación 
completados en un trabajo de ajuste. Para estimar la duración media de un trabajo de ajuste, 
utilice ObjectiveStatusCounters y el tiempo de ejecución total de un trabajo de ajuste. Puede 
utilizar la duración media para estimar cuánto tiempo durará su trabajo de ajuste.

• ConsumedResources: los recursos totales, por ejemplo RunTimeInSeconds, consumidos 
por el trabajo de ajuste. Compare ConsumedResources lo que se encuentra en 
la DescribeHyperParameterTuningJob API con BestTrainingJob el de la misma 
API. También puedes ConsumedResources compararla con la respuesta de la API
ListTrainingJobsForHyperParameterTuningJob para evaluar si tu trabajo de ajuste está 
progresando satisfactoriamente teniendo en cuenta los recursos que se están consumiendo.

• TuningJobCompletionDetails— Información sobre la finalización de los trabajos de ajuste, que 
incluye lo siguiente:

• La marca temporal en la que se detecta la convergencia si el trabajo ha convergido.

• El número de trabajos de entrenamiento que no han mejorado el rendimiento del modelo. 
El rendimiento del modelo se evalúa en función de la métrica objetiva del mejor trabajo de 
entrenamiento.

Utilice los criterios de finalización del trabajo de ajuste para evaluar la probabilidad de que su 
trabajo de ajuste mejore el rendimiento del modelo. El rendimiento del modelo se evalúa en función 
de la mejor métrica objetiva si se ha completado.

Detener el trabajo de ajuste manualmente

Puede determinar si debe dejar que el trabajo de ajuste se ejecute hasta que se complete o si debe 
detenerlo manualmente. Para determinarlo, utilice la información que devuelven los parámetros 
de la API DescribeHyperParameterTuningJob, tal y como se muestra en la sección anterior
Seguimiento del avance de trabajos de ajuste. Por ejemplo, si el rendimiento de su modelo no mejora 
después de completar varios trabajos de entrenamiento, puede optar por detener el trabajo de ajuste. 
El rendimiento del modelo se evalúa en función de la mejor métrica objetiva.
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Para detener el trabajo de ajuste manualmente, utilice la StopHyperParameterTuningJobAPI y 
proporcione el nombre del trabajo de ajuste que se va a detener.

Ajuste varios algoritmos con Optimización de hiperparámetros para 
encontrar el mejor modelo

Para crear un nuevo trabajo de optimización de hiperparámetros (HPO) con Amazon SageMaker que 
ajuste varios algoritmos, debes proporcionar la configuración del trabajo que se aplique a todos los 
algoritmos que se van a probar y una definición de entrenamiento para cada uno de estos algoritmos. 
También debe especificar los recursos que desea utilizar para el trabajo de ajuste.

• Los ajustes de trabajo que se deben configurar incluyen arranque en caliente, parada temprana y 
estrategia de ajuste. El inicio en caliente y la parada temprana solo están disponibles cuando se 
ajusta un solo algoritmo.

• La definición del trabajo de entrenamiento para especificar el nombre, fuente del algoritmo, métrica 
objetiva y rango de valores, cuando sea necesario, a fin de configurar el conjunto de valores de 
hiperparámetros para cada trabajo de entrenamiento. Configura los canales para entradas de 
datos, ubicaciones de salida de datos y cualquier ubicación de almacenamiento de puntos de 
control para cada trabajo de entrenamiento. La definición también configura los recursos que 
se van a implementar para cada trabajo de entrenamiento, incluidos los tipos y recuentos de 
instancias, el entrenamiento de spot administrado y las condiciones de parada.

• Los recursos del trabajo de ajuste: para implementar, incluido el número máximo de trabajos 
de entrenamiento simultáneos que un trabajo de ajuste de hiperparámetros puede ejecutar 
simultáneamente y el número máximo de trabajos de entrenamiento que puede ejecutar el trabajo 
de ajuste de hiperparámetros.

Introducción

Puede crear un nuevo trabajo de ajuste de hiperparámetros, clonar un trabajo, agregar o editar 
etiquetas en un trabajo desde la consola. También puede utilizar la característica de búsqueda 
para localizar trabajos por su nombre, hora de creación o estado. Como alternativa, también puede 
realizar tareas de ajuste de hiperparámetros con la API. SageMaker

• En la consola: para crear un nuevo trabajo, abre la SageMaker consola de Amazon en https:// 
console.aws.amazon.com/sagemaker/, selecciona Trabajos de ajuste de hiperparámetros en el 
menú Formación y, a continuación, selecciona Crear trabajo de ajuste de hiperparámetros. A 
continuación, siga los pasos de configuración para crear un trabajo de entrenamiento para cada 
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algoritmo que desee utilizar. Estos pasos también se encuentran en la documentación de Crear un 
trabajo de ajuste de optimización de hiperparámetros para uno o varios algoritmos (Consola).

Note

Cuando inicie los pasos de configuración, tenga en cuenta que las características de inicio 
en caliente y parada temprana no están disponibles con HPO multialgoritmo. Si desea 
utilizar estas características, solo puede sintonizar un único algoritmo a la vez.

• Con la API: para obtener instrucciones sobre el uso de la SageMaker API para crear un trabajo de 
ajuste de hiperparámetros, consulte Ejemplo: trabajo de ajuste de hiperparámetros. Cuando llames
CreateHyperParameterTuningJobpara ajustar varios algoritmos, debes proporcionar una lista 
de definiciones de entrenamiento utilizando una sola, TrainingJobDefinitionsen lugar de 
especificar una sola. TrainingJobDefinition Debe proporcionar la configuración de trabajo que se 
aplique a todos los algoritmos que se van a probar y una definición de entrenamiento para cada 
uno de estos algoritmos. También debe especificar los recursos que desea utilizar para el trabajo 
de ajuste. Elija solo uno de estos tipos de definición en función del número de algoritmos que se 
estén ajustando.

Temas

• Crear un trabajo de ajuste de optimización de hiperparámetros para uno o varios algoritmos 
(Consola)

• Gestión de trabajos de ajuste y entrenamiento de hiperparámetros

Crear un trabajo de ajuste de optimización de hiperparámetros para uno o varios 
algoritmos (Consola)

Esta guía muestra cómo crear un nuevo trabajo de ajuste de optimización de hiperparámetros (HPO) 
para uno o varios algoritmos. Para crear un trabajo de HPO, defina la configuración del trabajo de 
ajuste y cree definiciones de trabajos de entrenamiento para cada algoritmo que se esté ajustando. 
A continuación, configure los recursos y cree el trabajo de ajuste. En las secciones siguientes se 
proporciona información sobre cómo completar cada paso. Al final de esta guía, incluimos un ejemplo 
de cómo ajustar varios algoritmos con el Python cliente SageMaker SDK for.

Componentes de un trabajo de ajuste

Un trabajo de ajuste de HPO contiene los tres componentes siguientes:
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• Configuración de trabajos de ajuste

• Definiciones de trabajos de entrenamiento

• Configuración de trabajos de ajuste

La forma en que estos componentes se incluyen en su trabajo de ajuste de HPO depende de si su 
trabajo de ajuste contiene uno o varios algoritmos de entrenamiento. La siguiente guía describe cada 
uno de los componentes y ofrece un ejemplo de ambos tipos de trabajos de ajuste.

Configuración de trabajos de ajuste

La configuración del trabajo de ajuste se aplica a todos los algoritmos del trabajo de ajuste de 
HPO. El inicio en caliente y la parada temprana solo están disponibles cuando se ajusta un solo 
algoritmo. Después de definir la configuración del trabajo, puede crear definiciones de entrenamiento 
individuales para cada algoritmo o variación que desee ajustar.

Inicio en caliente

Si clonó este trabajo, puede utilizar los resultados de un trabajo de ajuste anterior para mejorar 
el rendimiento de este trabajo de ajuste. Se trata de la característica de inicio en caliente y solo 
está disponible cuando se ajusta un único algoritmo. Con la opción de inicio en caliente, puede 
seleccionar hasta cinco trabajos de ajuste de hiperparámetros anteriores para utilizarlos. Como 
alternativa, puede utilizar el aprendizaje por transferencia para añadir datos adicionales al trabajo de 
ajuste principal. Al seleccionar esta opción, se elige un trabajo de ajuste anterior como principal.

Note

El inicio en caliente es compatible exclusivamente con trabajos de ajuste creados después 
del 1 de octubre de 2018. Para obtener más información, consulte Ejecutar un trabajo de 
inicio en caliente.

Parada temprana

Para reducir el tiempo de cálculo y evitar ajustes excesivos del modelo, puede realizar la parada 
temprana de los trabajos de entrenamiento. La parada temprana es útil cuando es poco probable 
que el trabajo de entrenamiento mejore la mejor métrica objetiva actual del trabajo de ajuste de 
hiperparámetros. Al igual que el inicio en caliente, esta característica solo está disponible cuando se 
ajusta un algoritmo único. Se trata de una característica automática sin opciones de configuración 
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y está desactivada de forma predeterminada. Para obtener más información sobre cómo funciona 
la parada temprana, los algoritmos que la admiten y cómo utilizarla con sus propios algoritmos, 
consulte Parada temprana de trabajos de entrenamiento.

Estrategia de ajuste

La estrategia de ajuste puede ser aleatoria, bayesiana o Hyperband. Estas selecciones especifican 
cómo los algoritmos de ajuste automático buscan los rangos de hiperparámetros específicos que se 
seleccionan en un paso posterior. La búsqueda aleatoria elige combinaciones aleatorias de valores 
de los rangos especificados y se puede ejecutar secuencialmente o en paralelo. La optimización 
bayesiana elige los valores en función de lo que es más probable que obtenga el mejor resultado 
según el historial conocido de selecciones anteriores. Hyperband utiliza una estrategia de fidelidad 
múltiple que asigna recursos de forma dinámica a trabajos bien utilizados y detiene automáticamente 
aquellos que tienen un rendimiento inferior. La nueva configuración que se inicia después de detener 
otras configuraciones se elige de forma aleatoria.

Hyperband solo se puede usar con algoritmos iterativos o algoritmos que ejecutan pasos en 
iteraciones, como XGBoost Random Cut Forest. Hyperband no se puede usar con algoritmos no 
iterativos, como árboles de decisión o k-Nearest Neighbors. Para obtener más información sobre 
estrategias de búsqueda, consulte Cómo funciona el ajuste de hiperparámetros.

Note

Hyperband utiliza un mecanismo interno avanzado para detener anticipadamente. Por tanto, 
cuando se utiliza la característica interna de parada temprana Hyperband, el parámetro
TrainingJobEarlyStoppingType de la API HyperParameterTuningJobConfig debe 
estar configurado en OFF.

Etiquetas

Para ayudarle a gestionar los trabajos de ajuste, puede introducir etiquetas como pares clave-
valor para asignar metadatos a trabajos de ajuste. Los valores del par clave-valor no son 
obligatorios. Puede utilizar la clave sin valores. Para ver las claves asociadas a un trabajo, elija 
la pestaña Etiquetas en la página de detalles del trabajo de ajuste. Para obtener más información 
acerca del etiquetado de trabajos de ajuste, consulte Gestión de trabajos de ajuste y entrenamiento 
de hiperparámetros.
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Definiciones de trabajos de entrenamiento

Para crear una definición de trabajo de entrenamiento, debe configurar el algoritmo y los 
parámetros, definir la entrada y salida de datos y configurar recursos. Proporcione al menos una
TrainingJobDefinition para cada trabajo de ajuste de HPO. Cada definición de entrenamiento 
especifica la configuración de un algoritmo.

Para crear varias definiciones para su trabajo de entrenamiento, puede clonar una definición. La 
clonación de un trabajo puede ahorrar tiempo porque copia todos los ajustes del trabajo, incluidos 
los canales de datos y las ubicaciones de almacenamiento de Amazon S3 para artefactos de salida. 
Puede editar un trabajo clonado para cambiar lo que necesite según su caso de uso.

Temas

• Configuración de algoritmo y parámetros

• Definir entrada y salida de datos

• Configure recursos del trabajo de entrenamiento

• Agregar o clonar un trabajo de entrenamiento

Configuración de algoritmo y parámetros

La siguiente lista describe lo que necesita para configurar el conjunto de valores de hiperparámetros 
para cada trabajo de entrenamiento.

• Un nombre para su trabajo de ajuste

• Permiso para acceder a servicios

• Parámetros para cualquier opción de algoritmo

• Una métrica objetiva

• El rango de valores de los hiperparámetros, cuando sea necesario

Name

Proporcione un nombre único para la definición de entrenamiento.

Permisos

Amazon SageMaker requiere permisos para llamar a otros servicios en tu nombre. Elija un rol de 
(IAM) AWS Identity and Access Management o deje que AWS cree un rol que tenga asociada la 
política de IAM AmazonSageMakerFullAccess.
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Configuración de seguridad opcional

La configuración de aislamiento de red impide que el contenedor realice llamadas de red salientes. 
Esto es necesario para ofertas de machine learning de AWS Marketplace.

También puede optar por utilizar una nube privada virtual (VPC).

Note

El cifrado entre contenedores solo está disponible cuando se crea una definición de trabajo 
desde la API.

Opciones de algoritmo

Puede elegir uno de los algoritmos integrados, su propio algoritmo, su propio contenedor con un 
algoritmo o puede suscribirse a un algoritmo desde AWS Marketplace.

• Si elige un algoritmo integrado, este incluirá la información de imagen de Amazon Elastic Container 
Registry (Amazon ECR).

• Si elige su propio contenedor, debe especificar la información de la imagen (Amazon ECR). Puede 
seleccionar el modo de entrada del algoritmo como archivo o canal.

• Si prevé facilitar sus datos mediante un archivo CSV desde Amazon S3, debe seleccionar el 
archivo.

Métricas

Si elige un algoritmo integrado, se le proporcionan las métricas. Si elige su propio algoritmo, debe 
definir sus métricas. Puede definir hasta 20 métricas para que su trabajo de ajuste las monitorice. 
Debe elegir una métrica como métrica objetiva. Para obtener más información sobre cómo definir una 
métrica para un trabajo de ajuste, consulte Definición de métricas.

Métrica objetiva

Para buscar el mejor trabajo de entrenamiento, defina una métrica objetiva e indique si desea 
maximizarla o minimizarla. Una vez finalizado el trabajo de entrenamiento, podrá ver la página de 
detalles del trabajo de ajuste. La página de detalles proporciona un resumen del mejor trabajo de 
entrenamiento que se encuentra utilizando esta métrica objetiva.

Configuración de hiperparámetros
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Cuando elige un algoritmo integrado, los valores predeterminados de los hiperparámetros se 
establecen automáticamente, utilizando rangos optimizados para el algoritmo en particular. Puede 
cambiar estos valores como considere oportuno. Por ejemplo, en lugar de un rango, puede 
establecer un valor fijo para un hiperparámetro estableciendo el tipo del parámetro en estático. Cada 
algoritmo tiene distintos parámetros requeridos y opcionales. Para obtener más información, consulte
Prácticas recomendadas para ajustar hiperparámetros y Definición de rangos de hiperparámetros.

Definir entrada y salida de datos

Cada definición de trabajo de entrenamiento para un trabajo de ajuste debe configurar los canales 
para entradas de datos, ubicaciones de salida de datos y, opcionalmente, cualquier ubicación de 
almacenamiento de puntos de control para cada trabajo de entrenamiento.

Configuración de datos de entrada

Los datos de entrada se definen mediante canales. Cada canal tiene su propia ubicación de origen 
(Amazon S3 o Amazon Elastic File System), compresión y opciones de formato. Puede definir hasta 
20 canales de orígenes de entrada. Si el algoritmo elegido admite varios canales de entrada, también 
puede especificarlos. Por ejemplo, al usar el XGBoost cuaderno de predicción de abandono, puede 
agregar dos canales: entrenamiento y validación.

Configuración del punto de comprobación

Los puntos de comprobación se generan periódicamente durante el entrenamiento. Debe elegir una 
ubicación de Amazon S3 para guardar los puntos de comprobación. Los puntos de comprobación se 
utilizan en los informes de métricas y también se utilizan para reanudar los trabajos de entrenamiento 
de spot administrados. Para obtener más información, consulte Uso de puntos de control en Amazon 
SageMaker.

Configuración de datos de salida

Defina una ubicación de Amazon S3 para almacenar los artefactos del trabajo de entrenamiento. 
Tiene la opción de agregar cifrado a la salida mediante una clave AWS Key Management Service 
(AWS KMS).

Configure recursos del trabajo de entrenamiento

Cada definición de trabajo de entrenamiento para un trabajo de ajuste debe configurar los recursos 
que se van a implementar, incluidos los tipos y recuentos de instancias, el entrenamiento de spot 
administrado y las condiciones de parada.
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Configuración de recursos

Cada definición de entrenamiento puede tener una configuración de recursos diferente. Elija el tipo 
de instancia y el número de nodos.

Entrenamiento de spot administrado

Puedes ahorrar costes informáticos si dispones de flexibilidad en cuanto a las horas de inicio y 
finalización, ya que puedes SageMaker utilizar la capacidad sobrante para ejecutar los trabajos. Para 
obtener más información, consulte Utilice Managed Spot Training en Amazon SageMaker.

Condición de parada

La condición de parada especifica la duración máxima permitida para cada trabajo de entrenamiento.

Agregar o clonar un trabajo de entrenamiento

Tras crear una definición de trabajo de entrenamiento para un trabajo de ajuste, volverá al panel
Definiciones de trabajos de entrenamiento. En este panel puede crear definiciones de trabajos 
de entrenamiento adicionales para formar algoritmos adicionales. Puede seleccionar la opción
Añadir definición de trabajo de entrenamiento y seguir los pasos para volver a definir un trabajo de 
entrenamiento.

Como alternativa, para replicar una definición de trabajo de entrenamiento existente y editarla para 
el nuevo algoritmo, seleccione Clonar en el menú Acción. La opción de clonación puede ahorrar 
tiempo porque copia todos los ajustes del trabajo, incluidos los canales de datos y las ubicaciones 
de almacenamiento de Amazon S3. Consulte Gestión de trabajos de ajuste y entrenamiento de 
hiperparámetros para obtener información sobre clonación.

Configuración de trabajos de ajuste

Límites de recursos

Puede especificar el número máximo de trabajos de entrenamiento simultáneos que un trabajo de 
ajuste de hiperparámetros puede ejecutar simultáneamente (10 como máximo). También puede 
especificar el número máximo de trabajos de entrenamiento que puede ejecutar el trabajo de ajuste 
de hiperparámetros (500 como máximo). El número de trabajos paralelos no debe superar el número 
de nodos que ha solicitado en todas sus definiciones de entrenamiento. El número total de trabajos 
no puede superar el número de trabajos que se espera que ejecuten las definiciones.

Revise la configuración de los trabajos, las definiciones de los trabajos de entrenamiento y los límites 
de recursos. Elija Crear trabajo de ajuste de hiperparámetros.
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Ejemplo de trabajo de ajuste de HPO

Para ejecutar un trabajo de entrenamiento de optimización de hiperparámetros (HPO), cree 
primero una definición de trabajo de entrenamiento para cada algoritmo que se esté ajustando. A 
continuación, defina los parámetros del trabajo de ajuste y configure los recursos para el trabajo de 
ajuste. Por último, ejecute el trabajo de ajuste.

Si su trabajo de ajuste de HPO contiene un único algoritmo de entrenamiento, la función de 
SageMaker ajuste llamará directamente a la HyperparameterTuner API y transmitirá sus 
parámetros. Si su trabajo de ajuste de HPO contiene varios algoritmos de entrenamiento, la función 
de ajuste llamará a la función create de la API HyperparameterTuner. La create función indica 
a la API que espere un diccionario que contenga uno o más estimadores.

En la siguiente sección, los ejemplos de código muestran cómo ajustar un trabajo que contiene un 
único algoritmo de entrenamiento o varios algoritmos mediante el SageMaker Python SDK.

Crear definiciones de trabajos de entrenamiento

Al crear un trabajo de ajuste que incluye varios algoritmos de entrenamiento, la configuración 
del trabajo de ajuste incluirá los estimadores y métricas y otros parámetros de los trabajos de 
entrenamiento. Por tanto, primero debe crear la definición del trabajo de entrenamiento y, a 
continuación, configurar el trabajo de ajuste.

El siguiente ejemplo de código muestra cómo recuperar dos SageMaker contenedores que contienen 
los algoritmos integrados XGBoosty Linear Learner. Si su trabajo de ajuste contiene solo un 
algoritmo de entrenamiento, omita uno de los contenedores y uno de los estimadores.

import sagemaker
from sagemaker import image_uris

from sagemaker.estimator import Estimator

sess = sagemaker.Session()
region = sess.boto_region_name
role = sagemaker.get_execution_role()

bucket = sess.default_bucket()
prefix = "sagemaker/multi-algo-hpo"

# Define the training containers and intialize the estimators
xgb_container = image_uris.retrieve("xgboost", region, "latest")
ll_container = image_uris.retrieve("linear-learner", region, "latest")
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xgb_estimator = Estimator( 
    xgb_container, 
    role=role, 
    instance_count=1, 
    instance_type="ml.m4.xlarge", 
    output_path='s3://{}/{}/xgb_output".format(bucket, prefix)', 
    sagemaker_session=sess,
)

ll_estimator = Estimator( 
    ll_container, 
    role, 
    instance_count=1, 
    instance_type="ml.c4.xlarge", 
    output_path="s3://{}/{}/ll_output".format(bucket, prefix), 
    sagemaker_session=sess,
)

# Set static hyperparameters
ll_estimator.set_hyperparameters(predictor_type="binary_classifier")
xgb_estimator.set_hyperparameters( 
    eval_metric="auc", 
    objective="binary:logistic", 
    num_round=100, 
    rate_drop=0.3, 
    tweedie_variance_power=1.4,
)

A continuación, defina los datos de entrada especificando los conjuntos de datos de entrenamiento, 
validación y prueba, tal y como se muestra en el siguiente ejemplo de código. En este ejemplo, se 
muestra cómo ajustar varios algoritmos de entrenamiento.

training_data = sagemaker.inputs.TrainingInput( 
    s3_data="s3://{}/{}/train".format(bucket, prefix), content_type="csv"
)
validation_data = sagemaker.inputs.TrainingInput( 
    s3_data="s3://{}/{}/validate".format(bucket, prefix), content_type="csv"
)
test_data = sagemaker.inputs.TrainingInput( 
    s3_data="s3://{}/{}/test".format(bucket, prefix), content_type="csv"
)
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train_inputs = { 
    "estimator-1": { 
        "train": training_data, 
        "validation": validation_data, 
        "test": test_data, 
    }, 
    "estimator-2": { 
        "train": training_data, 
        "validation": validation_data, 
        "test": test_data, 
    },
}

Si su algoritmo de ajuste contiene solo un algoritmo de entrenamiento, train_inputs debe 
contener solo un estimador.

Debe cargar las entradas de los conjuntos de datos de entrenamiento, validación y formación en su 
bucket de Amazon S3 antes de utilizarlas en un trabajo de ajuste de HPO.

Definición de recursos y configuración para su trabajo de ajuste

En esta sección se muestra cómo inicializar un ajustador, definir recursos y especificar la 
configuración del trabajo de ajuste. Si su trabajo de ajuste contiene varios algoritmos de 
entrenamiento, estos ajustes se aplican a todos los algoritmos incluidos en el trabajo de ajuste. En 
esta sección se proporcionan dos ejemplos de código para definir un ajustador. Los ejemplos de 
código muestran cómo optimizar un único algoritmo de entrenamiento, seguido de un ejemplo de 
cómo ajustar varios algoritmos de entrenamiento.

Ajuste de un único algoritmo de entrenamiento

El siguiente ejemplo de código muestra cómo inicializar un sintonizador y establecer los rangos de 
hiperparámetros para un algoritmo SageMaker integrado,. XGBoost

from sagemaker.tuner import HyperparameterTuner
from sagemaker.parameter import ContinuousParameter, IntegerParameter

hyperparameter_ranges = { 
    "max_depth": IntegerParameter(1, 10), 
    "eta": ContinuousParameter(0.1, 0.3),
}

objective_metric_name = "validation:accuracy"
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tuner = HyperparameterTuner( 
    xgb_estimator, 
    objective_metric_name, 
    hyperparameter_ranges, 
    objective_type="Maximize", 
    max_jobs=5, 
    max_parallel_jobs=2,
)        

Ajuste de varios algoritmos de entrenamiento

Cada trabajo de entrenamiento requiere configuraciones diferentes, que se especifican mediante 
un diccionario. El siguiente ejemplo de código muestra cómo inicializar un sintonizador con 
configuraciones para dos SageMaker algoritmos integrados, y. XGBoost Linear Learner El ejemplo 
de código también muestra cómo establecer una estrategia de ajuste y otros ajustes del trabajo, 
como los recursos de cálculo para el trabajo de ajuste. En el siguiente ejemplo de código se utiliza
metric_definitions_dict, que es opcional.

from sagemaker.tuner import HyperparameterTuner
from sagemaker.parameter import ContinuousParameter, IntegerParameter

# Initialize your tuner
tuner = HyperparameterTuner.create( 
    estimator_dict={ 
        "estimator-1": xgb_estimator, 
        "estimator-2": ll_estimator, 
    }, 
    objective_metric_name_dict={ 
        "estimator-1": "validation:auc", 
        "estimator-2": "test:binary_classification_accuracy", 
    }, 
    hyperparameter_ranges_dict={ 
        "estimator-1": {"eta": ContinuousParameter(0.1, 0.3)}, 
        "estimator-2": {"learning_rate": ContinuousParameter(0.1, 0.3)}, 
    }, 
    metric_definitions_dict={ 
        "estimator-1": [ 
            {"Name": "validation:auc", "Regex": "Overall test accuracy: (.*?);"} 
        ], 
        "estimator-2": [ 
            { 
                "Name": "test:binary_classification_accuracy", 
                "Regex": "Overall test accuracy: (.*?);", 
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            } 
        ], 
    }, 
    strategy="Bayesian", 
    max_jobs=10, 
    max_parallel_jobs=3,
)           

Ejecutar su trabajo de ajuste de HPO

Ahora puede ejecutar su trabajo de ajuste pasando las entradas de entrenamiento a la función
fit de la clase HyperparameterTuner. El siguiente ejemplo de código muestra cómo pasar el 
parámetro train_inputs, que se define en un ejemplo de código anterior, al ajustador.

tuner.fit(inputs=train_inputs, include_cls_metadata ={}, estimator_kwargs ={})    

Gestión de trabajos de ajuste y entrenamiento de hiperparámetros

Un trabajo de ajuste puede incluir muchos trabajos de formación, y crear y gestionar estos 
trabajos y sus definiciones puede convertirse en una tarea compleja y onerosa. SageMaker 
proporciona herramientas que ayudan a facilitar la gestión de estos trabajos. Puedes acceder a 
los trabajos de ajuste que hayas realizado desde la SageMaker consola de Amazon en https:// 
console.aws.amazon.com/sagemaker/. Seleccione el trabajo de ajuste de hiperparámetros en el 
menú de Entrenamiento para ver la lista. En esta página también puede iniciar el procedimiento para 
crear un nuevo trabajo de ajuste seleccionando Crear trabajo de ajuste de hiperparámetros.

Para ver cómo los trabajos de entrenamiento ejecutan una parte de un trabajo de ajuste, seleccione 
uno de los trabajos de ajuste de hiperparámetros de la lista. Las pestañas de la página de trabajos 
de ajuste le permiten inspeccionar los trabajos de entrenamiento, sus definiciones, las etiquetas 
y la configuración utilizadas para el trabajo de ajuste y cuál es el mejor trabajo de entrenamiento 
encontrado durante el ajuste. Puede seleccionar el mejor trabajo de entrenamiento o cualquiera 
de los demás trabajos de entrenamiento que pertenezcan al trabajo de ajuste para ver todos 
sus parámetros. Desde aquí, puede crear un modelo que utilice los valores de hiperparámetros 
encontrados en un trabajo de entrenamiento seleccionando Crear modelo o puede clonar el trabajo 
de entrenamiento seleccionando Clonar.

Clonación

Puede ahorrar tiempo clonando un trabajo de entrenamiento que pertenezca a un trabajo de ajuste 
de hiperparámetros. La clonación copia todos los ajustes del trabajo, incluidos los canales de datos 
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y las ubicaciones de almacenamiento S3 para los artefactos de salida. Puede hacerlo para trabajos 
de entrenamiento que ya haya realizado desde la página de trabajos de ajuste, tal como se acaba de 
describir, o cuando esté creando definiciones de trabajos de entrenamiento adicionales mientras crea 
un trabajo de ajuste de hiperparámetros, como se describe en el paso Agregar o clonar un trabajo de 
entrenamiento de ese procedimiento.

Etiquetado

El ajuste automático del modelo inicia varios trabajos de entrenamiento dentro de un solo trabajo de 
ajuste principal para descubrir la ponderación ideal de los hiperparámetros del modelo. Se pueden 
añadir etiquetas al trabajo de ajuste principal tal y como se describe en la sección Componentes de 
un trabajo de ajuste y, a continuación, estas etiquetas se propagan a los trabajos de entrenamiento 
individuales que se encuentran debajo. Los clientes pueden utilizar estas etiquetas para fines tales 
como la asignación de costes o el control de acceso. Para añadir etiquetas mediante el SageMaker 
SDK, utiliza la AddTagsAPI. Para obtener más información acerca de cómo etiquetar los recursos de 
AWS, consulte Etiquetado de recursos AWS.

Ejemplo: trabajo de ajuste de hiperparámetros

Este ejemplo muestra cómo crear un nuevo cuaderno para configurar y lanzar un trabajo de ajuste de 
hiperparámetros. El trabajo de ajuste utiliza el Algoritmo XGBoost para formar un modelo para que 
pueda prever si un cliente se registrará en un depósito bancario a plazo después de que se pongan 
en contacto con él por teléfono.

Puede utilizar el SDK para Python (Boto3) de bajo nivel para configurar y lanzar el trabajo de ajuste 
de hiperparámetros y la AWS Management Console para monitorizar el estado de los trabajos de 
entrenamiento de hiperparámetros. También puede utilizar el SDK Amazon SageMaker Python 
de SageMaker alto nivel de Amazon para configurar, ejecutar, supervisar y analizar los trabajos 
de ajuste de hiperparámetros. Para obtener más información, consulte https://github.com/aws/ 
sagemaker-python-sdk.

Requisitos previos

Para ejecutar el código de este ejemplo, necesita

• Una cuenta de AWS y un usuario administrador

• Un bucket de Amazon S3 para almacenar su conjunto de datos de entrenamiento y los artefactos 
del modelo creados durante el entrenamiento

Ejemplo: trabajo de ajuste de hiperparámetros 3327

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AddTags.html
https://docs.aws.amazon.com/general/latest/gr/aws_tagging.html
https://sagemaker.readthedocs.io
https://sagemaker.readthedocs.io
https://github.com/aws/sagemaker-python-sdk
https://github.com/aws/sagemaker-python-sdk


Amazon SageMaker Guía para desarrolladores

• Una instancia de SageMaker notebook en ejecución

Temas

• Creación de una instancia del cuaderno

• Obtenga el cliente Amazon SageMaker Boto 3

• Obtenga el rol de ejecución SageMaker

• Utilice un bucket de Amazon S3 para entrada y salida

• Descarga, preparación y carga de datos de entrenamiento

• Configuración y lanzamiento de un trabajo de ajuste de hiperparámetros

• Limpieza

Creación de una instancia del cuaderno

Cree un cuaderno de Jupyter que contenga un entorno instalado previamente con la instalación de 
Anaconda predeterminada y Python3.

Para crear un cuaderno de Jupyter, realice el siguiente procedimiento

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. Abra una instancia de cuaderno activa; para ello, elija Abrir junto a su nombre. Aparecerá la 
página del servidor de cuaderno de Jupyter:

3. Para crear un cuaderno, elija Archivos, Nuevo y conda_python3.

4. Póngale un nombre al cuaderno.

Paso siguiente

Obtenga el cliente Amazon SageMaker Boto 3
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Obtenga el cliente Amazon SageMaker Boto 3

Importe Amazon SageMaker Python SDK AWS SDK for Python (Boto3) y otras bibliotecas de 
Python. En un cuaderno de Jupyter nuevo, pegue el siguiente código en la primera celda:

import sagemaker
import boto3

import numpy as np                                # For performing matrix operations 
 and numerical processing
import pandas as pd                               # For manipulating tabular data
from time import gmtime, strftime
import os

region = boto3.Session().region_name
smclient = boto3.Session().client('sagemaker')

La celda de código anterior define region los smclient objetos que utilizará para llamar al 
algoritmo XGBoost integrado y configurar el trabajo de ajuste de SageMaker hiperparámetros.

Paso siguiente

Obtenga el rol de ejecución SageMaker

Obtenga el rol de ejecución SageMaker

Obtener el rol de ejecución para la instancia de cuaderno. Este es el rol de IAM que ha creado para 
su instancia de cuaderno.

Para buscar el ARN del rol de ejecución de IAM asociado a una instancia de cuaderno:

1. Abra la consola de IAM en https://console.aws.amazon.com/iam/.

2. En el panel de navegación de la izquierda, elija Cuaderno y, a continuación, Instancias de 
cuaderno.

3. De la lista de cuadernos, seleccione aquel que desee ver.

4. El ARN se encuentra en la sección Permisos y cifrado.

Como alternativa, los usuarios del SDK de Amazon SageMaker Python pueden recuperar el ARN del 
rol de ejecución adjunto a su perfil de usuario o a una instancia de notebook ejecutando el siguiente 
código:
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from sagemaker import get_execution_role

role = get_execution_role()
print(role)

Para obtener más información sobre su uso get_execution_role en el SDK de Amazon 
SageMaker Python, consulte Sesión. Para obtener más información acerca de los roles de , consulte
SageMaker Funciones.

Paso siguiente

Utilice un bucket de Amazon S3 para entrada y salida

Utilice un bucket de Amazon S3 para entrada y salida

Configure un bucket de S3 para cargar conjuntos de datos de entrenamiento y guardar los datos de 
salida de entrenamiento para su trabajo de ajuste de hiperparámetros.

Para usar un bucket de S3 predeterminado

Utilice el siguiente código para especificar el bucket de S3 predeterminado asignado a su SageMaker 
sesión. prefixes la ruta dentro del depósito donde se SageMaker almacenan los datos del trabajo 
de entrenamiento actual.

sess = sagemaker.Session()
bucket = sess.default_bucket() # Set a default S3 bucket
prefix = 'DEMO-automatic-model-tuning-xgboost-dm'

Para usar un bucket de S3 específico (opcional)

Si desea usar un bucket de S3 específico, utilice el siguiente código y sustituya las cadenas por el 
nombre exacto del bucket de S3. El nombre del bucket debe contener sagemaker y ser único a 
escala global. El bucket debe estar en la misma región de AWS que la instancia de cuaderno que 
utilice en este ejemplo.

bucket = "sagemaker-your-preferred-s3-bucket"

sess = sagemaker.Session( 
    default_bucket = bucket
)
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Note

No es necesario que el nombre del bucket contenga sagemaker si el rol de IAM que usa 
para ejecutar el trabajo de ajuste de hiperparámetros tiene una política que concede el 
permiso S3FullAccess.

Paso siguiente

Descarga, preparación y carga de datos de entrenamiento

Descarga, preparación y carga de datos de entrenamiento

En este ejemplo, se utiliza un conjunto de datos de entrenamiento de información sobre clientes 
de bancos que incluye el trabajo del cliente, su estado civil y cómo fueron contactados durante la 
campaña de marketing directo del banco. Para utilizar un conjunto de datos para un trabajo de ajuste 
de hiperparámetros, debe descargarlo, transformar los datos y, a continuación, cargarlos en un 
bucket de Amazon S3.

Para obtener más información sobre el conjunto de datos y la transformación de datos que realiza 
el ejemplo, consulte el cuaderno HPO_XGBoost_Direct_Marketing_Sagemaker/APIS en la sección 
Ajuste de hiperparámetros de la pestaña Ejemplos de su instancia de bloc de notas. SageMaker

Descarga y exploración del conjunto de datos de entrenamiento

Para descargar y explorar el conjunto de datos, ejecute el siguiente código en su cuaderno:

!wget -N https://archive.ics.uci.edu/ml/machine-learning-databases/00222/bank-
additional.zip
!unzip -o bank-additional.zip
data = pd.read_csv('./bank-additional/bank-additional-full.csv', sep=';')
pd.set_option('display.max_columns', 500)     # Make sure we can see all of the columns
pd.set_option('display.max_rows', 5)         # Keep the output on one page
data

Preparación y carga de los datos

Antes de crear el trabajo de ajuste de hiperparámetros, prepare los datos y cárguelos en un bucket 
de S3 al que pueda obtener acceso el trabajo de ajuste de hiperparámetros.

Ejecute el siguiente código en su cuaderno:
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data['no_previous_contact'] = np.where(data['pdays'] == 999, 1, 0)                      
            # Indicator variable to capture when pdays takes a value of 999
data['not_working'] = np.where(np.in1d(data['job'], ['student', 'retired', 
 'unemployed']), 1, 0)   # Indicator for individuals not actively employed
model_data = pd.get_dummies(data)                                                       
            # Convert categorical variables to sets of indicators
model_data
model_data = model_data.drop(['duration', 'emp.var.rate', 'cons.price.idx', 
 'cons.conf.idx', 'euribor3m', 'nr.employed'], axis=1)

train_data, validation_data, test_data = np.split(model_data.sample(frac=1, 
 random_state=1729), [int(0.7 * len(model_data)), int(0.9*len(model_data))])

pd.concat([train_data['y_yes'], train_data.drop(['y_no', 'y_yes'], axis=1)], 
 axis=1).to_csv('train.csv', index=False, header=False)
pd.concat([validation_data['y_yes'], validation_data.drop(['y_no', 'y_yes'], axis=1)], 
 axis=1).to_csv('validation.csv', index=False, header=False)
pd.concat([test_data['y_yes'], test_data.drop(['y_no', 'y_yes'], axis=1)], 
 axis=1).to_csv('test.csv', index=False, header=False)

boto3.Session().resource('s3').Bucket(bucket).Object(os.path.join(prefix, 'train/
train.csv')).upload_file('train.csv')
boto3.Session().resource('s3').Bucket(bucket).Object(os.path.join(prefix, 'validation/
validation.csv')).upload_file('validation.csv')

Paso siguiente

Configuración y lanzamiento de un trabajo de ajuste de hiperparámetros

Configuración y lanzamiento de un trabajo de ajuste de hiperparámetros

Un hiperparámetro es un parámetro de alto nivel que influye en el proceso de aprendizaje durante 
el entrenamiento del modelo. Para obtener las mejores predicciones del modelo, puede optimizar 
la configuración de un hiperparámetro o establecer valores de hiperparámetros. El proceso de 
encontrar una configuración óptima se denomina ajuste de hiperparámetros. Para configurar y lanzar 
un trabajo de ajuste de hiperparámetros, siga los pasos que se describen a continuación.

Temas

• Especifique la configuración del trabajo de ajuste de hiperparámetros

• Configuración de los trabajos de entrenamiento

• Denominación y lanzamiento del trabajo de ajuste de hiperparámetros
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• Monitorización del avance de un trabajo de ajuste de hiperparámetros

• Visualización del estado de los trabajos de entrenamiento

• Visualización del mejor trabajo de entrenamiento

Especifique la configuración del trabajo de ajuste de hiperparámetros

Para especificar la configuración del trabajo de ajuste de hiperparámetros, debe 
definir un objeto JSON. Transfiera este objeto JSON como valor del parámetro
HyperParameterTuningJobConfig a la API CreateHyperParameterTuningJob.

En este objeto JSON, especifique lo siguiente:

En este objeto JSON, debe especificar:

• HyperParameterTuningJobObjective: la métrica objetiva utilizada para evaluar el 
rendimiento del trabajo de entrenamiento iniciado por el trabajo de ajuste de hiperparámetros.

• ParameterRanges: el rango de valores que un hiperparámetro ajustable puede utilizar durante la 
optimización. Para obtener más información, consulte Definición de intervalos de hiperparámetros

• RandomSeed: un valor que se utiliza para inicializar un generador de números pseudoaleatorios. 
Establecer una semilla aleatoria permitirá que las estrategias de búsqueda de ajuste de 
hiperparámetros produzcan configuraciones más coherentes para el mismo trabajo de ajuste 
(opcional).

• ResourceLimits: el número máximo de trabajos de entrenamiento y entrenamiento en paralelo 
que puede utilizar el trabajo de ajuste de hiperparámetros.

Note

Si utiliza su propio algoritmo para ajustar los hiperparámetros, en lugar de un algoritmo 
integrado, debe definir las métricas del algoritmo. SageMaker  Para obtener más información, 
consulte Definición de métricas.

El siguiente ejemplo de código muestra cómo configurar un trabajo de ajuste de hiperparámetros 
mediante el algoritmo XGBoost integrado. El ejemplo de código muestra cómo definir los rangos 
para los hiperparámetros eta, alpha, min_child_weight y max_depth. Para obtener más 
información sobre estos y otros hiperparámetros, consulte Parámetros de XGBoost.
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En este ejemplo de código, la métrica objetivo del trabajo de ajuste de hiperparámetros busca la 
configuración de hiperparámetros que se maximiza. validation:auc SageMaker los algoritmos 
integrados escriben automáticamente la métrica objetivo en Logs. CloudWatch El siguiente ejemplo 
de código también muestra cómo configurar una RandomSeed.

tuning_job_config = { 
    "ParameterRanges": { 
      "CategoricalParameterRanges": [], 
      "ContinuousParameterRanges": [ 
        { 
          "MaxValue": "1", 
          "MinValue": "0", 
          "Name": "eta" 
        }, 
        { 
          "MaxValue": "2", 
          "MinValue": "0", 
          "Name": "alpha" 
        }, 
        { 
          "MaxValue": "10", 
          "MinValue": "1", 
          "Name": "min_child_weight" 
        } 
      ], 
      "IntegerParameterRanges": [ 
        { 
          "MaxValue": "10", 
          "MinValue": "1", 
          "Name": "max_depth" 
        } 
      ] 
    }, 
    "ResourceLimits": { 
      "MaxNumberOfTrainingJobs": 20, 
      "MaxParallelTrainingJobs": 3 
    }, 
    "Strategy": "Bayesian", 
    "HyperParameterTuningJobObjective": { 
      "MetricName": "validation:auc", 
      "Type": "Maximize" 
    }, 
    "RandomSeed" : 123 
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  }

Configuración de los trabajos de entrenamiento

El trabajo de ajuste de hiperparámetros iniciará trabajos de entrenamiento para encontrar una 
configuración óptima de hiperparámetros. Estos trabajos de formación deben configurarse mediante 
la SageMaker CreateHyperParameterTuningJobAPI.

Para configurar los trabajos de entrenamiento, defina un objeto JSON y páselo como el valor del 
parámetro TrainingJobDefinition en CreateHyperParameterTuningJob.

En este objeto JSON, puede especificar lo siguiente:

• AlgorithmSpecification: la ruta de registro de la imagen de Docker que contiene el algoritmo 
de entrenamiento y los metadatos relacionados. Para especificar un algoritmo, puedes usar tu 
propio algoritmo personalizado dentro de un contenedor de Docker o un algoritmo SageMaker 
integrado (obligatorio).

• InputDataConfig: la configuración de entrada, incluidos ChannelName, ContentType y origen 
de datos de entrenamiento y datos de prueba (obligatorio).

• InputDataConfig: la configuración de entrada, incluidos ChannelName, ContentType y origen 
de datos de entrenamiento y datos de prueba (obligatorio).

• La ubicación de almacenamiento de la salida del algoritmo. Especifique el bucket de S3 en el que 
desea almacenar la salida de los trabajos de entrenamiento.

• RoleArn— El nombre de recurso de Amazon (ARN) de un rol AWS Identity and Access 
Management (IAM) que se SageMaker utiliza para realizar tareas. Las tareas incluyen leer los 
datos de entrada, descargar una imagen de Docker, escribir artefactos del modelo en un bucket 
de S3, escribir registros en Amazon CloudWatch Logs y escribir métricas en Amazon CloudWatch 
(obligatorio).

• StoppingCondition: el tiempo de ejecución máximo en segundos que puede ejecutar un 
trabajo de entrenamiento antes de detenerse. Este valor debe ser superior al tiempo necesario 
para formar al modelo (obligatorio).

• MetricDefinitions: el nombre y la expresión regular que define cualquier métrica que emitan 
los trabajos de entrenamiento. Defina métricas solo cuando use un algoritmo de entrenamiento 
personalizado. El ejemplo del código siguiente utiliza un algoritmo integrado, que ya tiene métricas 
definidas. Para obtener información sobre la definición de métricas (opcional), consulte Definición 
de métricas.
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• TrainingImage: la imagen del contenedor de Docker que especifica el algoritmo de 
entrenamiento (opcional).

• StaticHyperParameters: el nombre y valores de hiperparámetros que no están ajustados en el 
trabajo de ajuste (opcional).

El siguiente ejemplo de código establece valores estáticos para los parámetros eval_metric,
num_round, objective, rate_drop y tweedie_variance_power del algoritmo integrado
Algoritmo XGBoost.

SageMaker Python SDK v1

from sagemaker.amazon.amazon_estimator import get_image_uri
training_image = get_image_uri(region, 'xgboost', repo_version='1.0-1')

s3_input_train = 's3://{}/{}/train'.format(bucket, prefix)
s3_input_validation ='s3://{}/{}/validation/'.format(bucket, prefix)

training_job_definition = { 
    "AlgorithmSpecification": { 
      "TrainingImage": training_image, 
      "TrainingInputMode": "File" 
    }, 
    "InputDataConfig": [ 
      { 
        "ChannelName": "train", 
        "CompressionType": "None", 
        "ContentType": "csv", 
        "DataSource": { 
          "S3DataSource": { 
            "S3DataDistributionType": "FullyReplicated", 
            "S3DataType": "S3Prefix", 
            "S3Uri": s3_input_train 
          } 
        } 
      }, 
      { 
        "ChannelName": "validation", 
        "CompressionType": "None", 
        "ContentType": "csv", 
        "DataSource": { 
          "S3DataSource": { 
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            "S3DataDistributionType": "FullyReplicated", 
            "S3DataType": "S3Prefix", 
            "S3Uri": s3_input_validation 
          } 
        } 
      } 
    ], 
    "OutputDataConfig": { 
      "S3OutputPath": "s3://{}/{}/output".format(bucket,prefix) 
    }, 
    "ResourceConfig": { 
      "InstanceCount": 2, 
      "InstanceType": "ml.c4.2xlarge", 
      "VolumeSizeInGB": 10 
    }, 
    "RoleArn": role, 
    "StaticHyperParameters": { 
      "eval_metric": "auc", 
      "num_round": "100", 
      "objective": "binary:logistic", 
      "rate_drop": "0.3", 
      "tweedie_variance_power": "1.4" 
    }, 
    "StoppingCondition": { 
      "MaxRuntimeInSeconds": 43200 
    }
}

SageMaker Python SDK v2

training_image = sagemaker.image_uris.retrieve('xgboost', region, '1.0-1')

s3_input_train = 's3://{}/{}/train'.format(bucket, prefix)
s3_input_validation ='s3://{}/{}/validation/'.format(bucket, prefix)

training_job_definition = { 
    "AlgorithmSpecification": { 
      "TrainingImage": training_image, 
      "TrainingInputMode": "File" 
    }, 
    "InputDataConfig": [ 
      { 
        "ChannelName": "train", 
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        "CompressionType": "None", 
        "ContentType": "csv", 
        "DataSource": { 
          "S3DataSource": { 
            "S3DataDistributionType": "FullyReplicated", 
            "S3DataType": "S3Prefix", 
            "S3Uri": s3_input_train 
          } 
        } 
      }, 
      { 
        "ChannelName": "validation", 
        "CompressionType": "None", 
        "ContentType": "csv", 
        "DataSource": { 
          "S3DataSource": { 
            "S3DataDistributionType": "FullyReplicated", 
            "S3DataType": "S3Prefix", 
            "S3Uri": s3_input_validation 
          } 
        } 
      } 
    ], 
    "OutputDataConfig": { 
      "S3OutputPath": "s3://{}/{}/output".format(bucket,prefix) 
    }, 
    "ResourceConfig": { 
      "InstanceCount": 2, 
      "InstanceType": "ml.c4.2xlarge", 
      "VolumeSizeInGB": 10 
    }, 
    "RoleArn": role, 
    "StaticHyperParameters": { 
      "eval_metric": "auc", 
      "num_round": "100", 
      "objective": "binary:logistic", 
      "rate_drop": "0.3", 
      "tweedie_variance_power": "1.4" 
    }, 
    "StoppingCondition": { 
      "MaxRuntimeInSeconds": 43200 
    }
}
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Denominación y lanzamiento del trabajo de ajuste de hiperparámetros

Tras configurar el trabajo de ajuste de hiperparámetros, puede lanzarlo llamando a la 
API CreateHyperParameterTuningJob. En el siguiente código de ejemplo utiliza
tuning_job_config y training_job_definition. Se definieron en los dos ejemplos de 
código anteriores para crear un trabajo de ajuste de hiperparámetros.

tuning_job_name = "MyTuningJob"
smclient.create_hyper_parameter_tuning_job(HyperParameterTuningJobName = 
 tuning_job_name, 
                                           HyperParameterTuningJobConfig = 
 tuning_job_config, 
                                           TrainingJobDefinition = 
 training_job_definition)

Monitorización del avance de un trabajo de ajuste de hiperparámetros

Para supervisar el progreso de un trabajo de ajuste de hiperparámetros y los trabajos de formación 
que lanza, usa la SageMaker consola de Amazon.

Temas

• Visualización del estado de un trabajo de ajuste de hiperparámetros

Visualización del estado de un trabajo de ajuste de hiperparámetros

Para ver el estado de un trabajo de ajuste de hiperparámetros

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. Elija Trabajos de ajuste de hiperparámetros.
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3. En la lista de trabajos de ajuste de hiperparámetros, compruebe el estado del trabajo de ajuste 
de hiperparámetros que ha lanzado. Un trabajo de ajuste puede estar:

• Completed: el trabajo de ajuste de hiperparámetros se completó correctamente.

• InProgress: el trabajo de ajuste de hiperparámetros está en curso. Sigue habiendo uno o 
varios trabajos de entrenamiento en curso.

• Failed: el trabajo de ajuste de hiperparámetros ha fallado.

• Stopped: el trabajo de ajuste de hiperparámetros se detuvo manualmente antes de 
completarse. Todos los trabajos de entrenamiento que el trabajo de ajuste de hiperparámetros 
había lanzado se detienen.

• Stopping: el trabajo de ajuste de hiperparámetros está en proceso de detenerse.

Visualización del estado de los trabajos de entrenamiento

Para ver el estado de los trabajos de entrenamiento que el trabajo de ajuste de hiperparámetros ha 
lanzado

1. En la lista de trabajos de ajuste de hiperparámetros, elija el trabajo que ha lanzado.

2. Elija Trabajos de entrenamiento.
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3. Visualice el estado de cada trabajo de entrenamiento. Para ver más detalles sobre un trabajo, 
elíjalo en la lista de trabajos de entrenamiento. Para ver un resumen del estado de todos los 
trabajos de entrenamiento que el trabajo de ajuste de hiperparámetros ha lanzado, consulte
Contador de estado del trabajo de entrenamiento.

Un trabajo de entrenamiento puede tener uno de los estados siguientes:

• Completed: el trabajo de entrenamiento se completó correctamente.

• InProgress: el entrenamiento está en curso.

• Stopped: el trabajo de entrenamiento se detuvo manualmente antes de completarse.

• Failed (Retryable): el trabajo de entrenamiento ha generado un error, pero se puede 
reintentar. Un trabajo de entrenamiento con errores se puede reintentar solo si los errores se 
deben a un error de servicio interno.

• Failed (Non-retryable): el trabajo de entrenamiento ha generado un error, pero se 
puede reintentar. Un trabajo de entrenamiento con errores no se puede volver a intentar 
cuando se produce un error de cliente.

Note

Los trabajos de ajuste de hiperparámetros se pueden detener y los recursos 
subyacentes se pueden  eliminar, pero los trabajos en sí mismos no se pueden eliminar.
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Visualización del mejor trabajo de entrenamiento

Un trabajo de ajuste de hiperparámetros utiliza la métrica objetiva que cada trabajo de entrenamiento 
devuelve para evaluar trabajos de entrenamiento. Mientras el trabajo de ajuste de hiperparámetros 
está en curso, el mejor trabajo de entrenamiento es el que ha devuelto hasta el momento la mejor 
métrica objetiva. Una vez que el trabajo de ajuste de hiperparámetros se haya completado, el mejor 
trabajo de entrenamiento es el que ha devuelto la mejor métrica objetiva.

Para ver el mejor trabajo de entrenamiento, elija Mejor trabajo de entrenamiento.

Para implementar el mejor trabajo de formación como modelo que pueda alojar en un SageMaker 
punto final, elija Crear modelo.

Paso siguiente

Limpieza

Limpieza

Para evitar incurrir en gastos innecesarios, cuando haya acabado con este ejemplo, utilice AWS 
Management Console para eliminar los recursos que ha creado para este ejercicio.

Note

Si tiene previsto estudiar otros ejemplos, puede que le interese mantener algunos de estos 
recursos, como, por ejemplo, su instancia de cuaderno, el bucket de S3 y el rol de IAM.
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1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker/ y elimine la instancia 
del bloc de notas. Detenga la instancia antes de eliminarla.

2. Abra la consola de Amazon S3 en https://console.aws.amazon.com/s3/ y elimine el bucket que ha 
creado para almacenar artefactos de modelo y el conjunto de datos de entrenamiento.

3. Abra la consola de IAM; en https://console.aws.amazon.com/iam/ y elimine el rol de IAM. Si ha 
creado políticas de permisos, puede eliminarlas también.

4. Abre la CloudWatch consola de Amazon en https://console.aws.amazon.com/cloudwatch/ y 
elimina todos los grupos de registros que tengan nombres que comiencen por/aws/sagemaker/.

Detener trabajos de entrenamiento pronto

Detenga pronto los trabajos de entrenamiento que un trabajo de ajuste de hiperparámetros lanza 
cuando no mejoran de forma significativa de acuerdo con la métrica objetiva. Detener pronto los 
trabajos de entrenamiento puede ser útil para reducir el tiempo de cómputo y ayuda a evitar ajustes 
excesivos del modelo. Para configurar un trabajo de ajuste de hiperparámetros para detener los 
trabajos de entrenamiento pronto, realice una de las siguientes operaciones:

• Si utiliza el SDK de AWS para Python (Boto 3), establezca el campo
TrainingJobEarlyStoppingType del objeto HyperParameterTuningJobConfig que utiliza 
para configurar el trabajo de ajuste en AUTO.

• Si utiliza el SDK de Amazon SageMaker Python, defina el early_stopping_type parámetro del
HyperParameterTunerobjeto enAuto.

• En la SageMaker consola de Amazon, en el flujo de trabajo Crear trabajo de ajuste de 
hiperparámetros, en Parada anticipada, seleccione Automático.

Para ver un ejemplo de bloc de notas que muestre cómo utilizar la parada temprana, consulte
https://github.com/awslabs/ amazon-sagemaker-examples /blob/master/hyperparameter_tuning/
image_classification_early_stopping/hpo_image_classification_early_stopping.ipynb o abra el 
cuaderno en la sección Ajuste de hiperparámetros de la instancia Ejemplos en un bloc de notas.
hpo_image_classification_early_stopping.ipynb SageMaker  Para obtener información 
acerca de cómo usar los cuadernos de ejemplo en una instancia de cuaderno, consulte Ejemplo de 
cuadernos.
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Cómo funciona la detención precoz

Al habilitar la parada anticipada para un trabajo de ajuste de hiperparámetros, SageMaker evalúa 
cada trabajo de entrenamiento que el trabajo de ajuste de hiperparámetros inicia de la siguiente 
manera:

• Después de cada fecha de inicio de entrenamiento, obtiene el valor de la métrica objetiva.

• Calcula el promedio de ejecución de la métrica objetiva de todos los trabajos de entrenamiento 
anteriores hasta la misma fecha de inicio y, a continuación, calcula la media de todos los 
promedios en ejecución.

• Si el valor de la métrica objetivo para el trabajo de formación actual es peor (más alto al minimizar 
o más bajo al maximizar la métrica objetivo) que el valor medio de las medias acumuladas de 
la métrica objetivo para trabajos de formación anteriores realizados hasta la misma época, 
SageMaker se detiene el trabajo de formación actual.

Algoritmos que admiten la detención precoz

Para admitir la detención precoz, un algoritmo debe emitir métricas objetivas para cada fecha de 
inicio. Los siguientes SageMaker algoritmos integrados admiten la interrupción temprana:

• LightGBM

• CatBoost

• AutoGluon-Tabular

• TabTransformer

• Algoritmo de aprendizaje lineal: solo se admite si se utiliza objective_loss como métrica 
objetiva.

• Algoritmo XGBoost

• Image Classification - MXNet

• Detección de objetos - MXNet

• Algoritmo de secuencia a secuencia

• Información de IP
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Note

Esta lista de algoritmos integrados que admiten la detención precoz está actualizada en 
fecha de 13 de diciembre de 2018. Más adelante probablemente haya más algoritmos 
integrados que admitan la detención precoz. Si un algoritmo emite una métrica que se puede 
utilizar como métrica objetiva para un trabajo de ajuste de hiperparámetros (preferiblemente 
una métrica de validación), esto significa que admite la detención precoz.

Para utilizar la detección precoz con su propio algoritmo, debe escribir sus algoritmos de modo 
que emitan el valor de la métrica objetiva después de cada fecha de inicio. En la siguiente lista se 
muestra cómo puede hacerlo en diferentes marcos de trabajo:

TensorFlow

Utilice la clase tf.keras.callbacks.ProgbarLogger. Para obtener más información, 
consulte tf.keras.callbacks. ProgbarLogger API.

MXNet

Utilice la mxnet.callback.LogValidationMetricsCallback. Para obtener más 
información, consulte las API mxnet.callback.

Chainer

Amplíe el chainer mediante la clase extensions.Evaluator. Para obtener más información, 
consulte la API Chainer.Training.Extensions.Evaluator.

PyTorch y Spark

No hay soporte de tipo general. Tiene que escribir explícitamente su código de entrenamiento 
de modo que calcule las métricas objetivas y las escriba en registros después de cada fecha de 
inicio.

Ejecución de un trabajo de ajuste de hiperparámetros de inicio en caliente

Utilice el inicio en caliente para iniciar un trabajo de ajuste de hiperparámetros utilizando uno o 
varios trabajos de ajuste anteriores como punto de partida. Los resultados de los trabajos de ajuste 
anteriores se utilizan para informar de en qué combinaciones de hiperparámetros deben realizarse 
búsquedas en el nuevo trabajo de ajuste. El ajuste de hiperparámetros usa una búsqueda bien 
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bayesiana o aleatoria para elegir combinaciones de valores de hiperparámetros de intervalos que 
especifica. Para obtener más información, consulte Cómo funciona el ajuste de hiperparámetros. El 
uso de información de trabajos de ajuste de hiperparámetros anteriores puede ayudar a incrementar 
el rendimiento del nuevo trabajo de ajuste de hiperparámetros al hacer que la búsqueda de la mejor 
combinación de hiperparámetros sea más eficaz.

Note

Los trabajos de ajuste de inicio en caliente suelen tardar más en iniciarse que los trabajos de 
ajuste de hiperparámetros estándar, ya que los resultados de los trabajos principales tienen 
que cargarse antes de que el trabajo pueda comenzar. El aumento de tiempo depende del 
número total de trabajos de entrenamiento lanzados por los trabajos principales.

Entre las razones para considerar un arranque en caliente se incluyen las siguientes:

• Desea aumentar gradualmente el número de trabajos de entrenamiento en varios trabajos de 
ajuste en función de los resultados posteriores a cada iteración.

• Para ajustar un modelo con los nuevos datos que haya recibido.

• Para cambiar los intervalos de hiperparámetros que ha utilizado en un trabajo de ajuste anterior, 
cambie los hiperparámetros estáticos para que sean ajustables o cambie hiperparámetros 
ajustables a valores estáticos.

• Ha detenido un trabajo de hiperparámetros anterior de forma anticipada o bien este se detuvo 
forma inesperada.

Temas

• Tipos de trabajos de ajuste de inicio en caliente

• Restricciones del ajuste de inicio en caliente

• Cuaderno de muestra de ajuste de inicio en caliente

• Creación de un trabajo de ajuste de inicio en caliente

Tipos de trabajos de ajuste de inicio en caliente

Existen dos tipos de trabajos de ajuste de inicio en caliente:
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IDENTICAL_DATA_AND_ALGORITHM

El nuevo trabajo de ajuste de hiperparámetros utiliza los mismos datos de entrada e imagen 
de entrenamiento que los trabajos de ajuste principales. Puede cambiar los intervalos de 
hiperparámetros para realizar búsquedas y el número máximo de trabajos de entrenamiento que 
el trabajo de ajuste de hiperparámetros lanza. También puede cambiar los hiperparámetros de 
ajustables a estáticos o de estáticos a ajustables, pero el número total de parámetros estáticos y 
ajustables debe seguir siendo el mismo que en todos los trabajos principales. No puede utilizar 
una nueva versión del algoritmo de entrenamiento, a menos que los cambios de la nueva versión 
no afecten al algoritmo en sí. Por ejemplo, están permitidos los cambios que mejoran el registro o 
la incorporación de compatibilidad con un formato de datos diferente.

Utilice un algoritmo y datos idénticos cuando utilice los mismos datos de entrenamiento que utilizó 
en un trabajo de ajuste de hiperparámetros anterior, pero desea aumentar el número total de 
trabajos de entrenamiento o cambiar intervalos o valores de hiperparámetros.

Cuando se ejecuta un trabajo de ajuste de inicio en caliente del tipo
IDENTICAL_DATA_AND_ALGORITHM, existe un campo adicional en la respuesta a
DescribeHyperParameterTuningJob denominado OverallBestTrainingJob. El valor de 
este campo es TrainingJobSummary para el trabajo de capacitación con el mejor valor métrico 
objetivo de todos los trabajos de capacitación que ha lanzado este trabajo de ajuste y todos los 
trabajos principales especificados para el trabajo de ajuste de inicio en caliente.

TRANSFER_LEARNING

El nuevo trabajo de ajuste de hiperparámetros puede incluir datos de entrada, intervalos de 
hiperparámetros, el número máximo de trabajos de entrenamiento simultáneos y el número 
máximo de trabajos de entrenamiento que son diferentes de sus trabajos de ajuste de 
hiperparámetros principales. También puede cambiar los hiperparámetros de ajustables a 
estáticos o de estáticos a ajustables, pero el número total de parámetros estáticos y ajustables 
debe seguir siendo el mismo que en todos los trabajos principales. La imagen del algoritmo de 
entrenamiento también puede ser una versión diferente de la versión que se ha utilizado en 
el trabajo de ajuste de hiperparámetros. Cuando se utiliza la transferencia de aprendizaje, los 
cambios en el conjunto de datos o el algoritmo que influyen significativamente en el valor de la 
métrica objetiva podrían reducir la utilidad de usar el ajuste de inicio en caliente.

Restricciones del ajuste de inicio en caliente

Las siguientes restricciones se aplican a todos los trabajos de ajuste de inicio en caliente:
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• Un trabajo de ajuste puede tener un máximo de 5 trabajos principales y todos los trabajos 
principales deben estar en un estado terminal (Completed, Stopped o Failed) antes de 
comenzar el nuevo trabajo de ajuste.

• La métrica objetiva utilizada en el nuevo trabajo de ajuste debe ser la misma que la métrica 
objetiva usada en los trabajos principales.

• El número total de hiperparámetros estáticos y ajustables debe seguir siendo el mismo si se 
tienen en cuenta los trabajos principales y el nuevo trabajo de ajuste. Por este motivo, si cree que 
le interesa utilizar un hiperparámetro como ajustable en un futuro trabajo de ajuste de inicio en 
caliente, debe añadirlo como hiperparámetro estático al crear un trabajo.

• El tipo de cada hiperparámetro (continuo, entero, de categoría) no debe cambiar entre los trabajos 
principales y el nuevo trabajo de ajuste.

• El número de cambios totales de hiperparámetros ajustables en trabajos principales, parámetros 
estáticos en nuevo trabajo de ajuste, más el número de cambios en los valores de hiperparámetros 
estáticos no puede ser superior a 10. Por ejemplo, si el trabajo principal tiene un hiperparámetro 
de categoría ajustable con los posibles valores red y blue, puede cambiar dicho hiperparámetro a 
estático en el nuevo trabajo de ajuste; esto cuenta como 2 cambios dentro del límite total permitido 
de 10. Si el mismo hiperparámetro tenía un valor estático de red en el trabajo principal y cambia el 
valor estático a blue en el nuevo trabajo de ajuste, esto también cuenta como 2 cambios.

• El ajuste de inicio en caliente no es recursivo. Por ejemplo, si crea MyTuningJob3 como 
un trabajo de ajuste de inicio en caliente con MyTuningJob2 como elemento principal y
MyTuningJob2 es en sí un trabajo de ajuste de inicio en caliente con un trabajo principal
MyTuningJob1, la información que se ha aprendido al ejecutar MyTuningJob1 no se utiliza 
para MyTuningJob3. Si desea utilizar la información de MyTuningJob1, debe añadirla de forma 
explícita como un elemento principal para MyTuningJob3.

• Los trabajos de entrenamiento que cada trabajo principal lanza en un trabajo de ajuste de inicio 
en caliente cuentan en el recuento de 500 trabajos de entrenamiento máximos para un trabajo de 
ajuste.

• Los trabajos de ajuste de hiperparámetros creados antes del 1 de octubre de 2018 no se pueden 
utilizar como trabajos principales para trabajos de ajuste de inicio en caliente.

Cuaderno de muestra de ajuste de inicio en caliente

Para ver un ejemplo de cuaderno que muestre cómo utilizar el ajuste de arranque en 
caliente, consulte https://github.com/awslabs/ amazon-sagemaker-examples /blob/master/
hyperparameter_tuning/image_classification_warmstart/hpo_image_classification_warmstart.ipynb. 
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Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a ellas 
con las que puede ejecutar el ejemplo, consulte. SageMaker Ejemplo de cuadernos Una vez que 
haya creado una instancia de bloc de notas y la haya abierto, seleccione la pestaña SageMaker 
Ejemplos para ver una lista de todos los SageMaker ejemplos. El cuaderno de muestra de 
ajuste de inicio en caliente se encuentra en la sección de ajuste de hiperparámetros y se llama
hpo_image_classification_warmstart.ipynb. Para abrir un cuaderno, haga clic en la 
pestaña Usar y seleccione Crear copia.

Creación de un trabajo de ajuste de inicio en caliente

Puede utilizar el SDK de AWS de bajo nivel para Python (Boto 3) o el SDK Python de SageMaker de 
alto nivel para crear un trabajo de ajuste de inicio en caliente.

Temas

• Crear un trabajo de ajuste de Warm Start ( SageMaker API de bajo nivel para Python (Boto 3))

• Creación de un trabajo de ajuste de inicio en caliente (SageMaker Python SDK)

Crear un trabajo de ajuste de Warm Start ( SageMaker API de bajo nivel para Python (Boto 3))

Para utilizar el ajuste de inicio en caliente, debe especificar los valores de un objeto
HyperParameterTuningJobWarmStartConfig y pasarlo como el campo WarmStartConfig en 
una llamada a CreateHyperParameterTuningJob.

El código siguiente muestra cómo crear un HyperParameterTuningJobWarmStartConfigobjeto 
y pasarlo a un CreateHyperParameterTuningJobtrabajo mediante la SageMaker API de bajo 
nivel para Python (Boto 3).

Cree el objeto HyperParameterTuningJobWarmStartConfig:

warm_start_config = { 
          "ParentHyperParameterTuningJobs" : [ 
          {"HyperParameterTuningJobName" : 'MyParentTuningJob'} 
          ], 
          "WarmStartType" : "IdenticalDataAndAlgorithm"
}

Cree el objeto de ajuste de inicio en caliente:

smclient = boto3.Session().client('sagemaker')
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smclient.create_hyper_parameter_tuning_job(HyperParameterTuningJobName = 
 'MyWarmStartTuningJob', 
   HyperParameterTuningJobConfig = tuning_job_config, # See notebook for tuning 
 configuration 
   TrainingJobDefinition = training_job_definition, # See notebook for job definition 
   WarmStartConfig = warm_start_config)

Creación de un trabajo de ajuste de inicio en caliente (SageMaker Python SDK)

Para usar el SDK de Amazon SageMaker Python para ejecutar un trabajo de ajuste inicial, debe:

• Debe especificar los trabajos principales y el tipo de inicio en caliente usando un objeto
WarmStartConfig.

• Pase el WarmStartConfig objeto como el valor del warm_start_config argumento de un
HyperparameterTunerobjeto.

• Llame al método fit del objeto HyperparameterTuner.

Para obtener más información sobre el uso del SDK de Amazon SageMaker Python para ajustar 
hiperparámetros, consulte https://github.com/aws/ sagemaker-python-sdk # sagemaker-automatic-
model-tuning.

En este ejemplo se utiliza un estimador que utiliza el algoritmo Image Classification - MXNet para 
el entrenamiento. El siguiente código establece los intervalos de hiperparámetros donde realiza las 
búsquedas el trabajo de ajuste de inicio en caliente para encontrar la mejor combinación de valores. 
Para obtener información sobre cómo configurar intervalos de hiperparámetros, consulte Definición 
de intervalos de hiperparámetros.

hyperparameter_ranges = {'learning_rate': ContinuousParameter(0.0, 0.1), 
                         'momentum': ContinuousParameter(0.0, 0.99)}

El código siguiente configura el trabajo de ajuste de inicio en caliente creando un objeto
WarmStartConfig.

from sagemaker.tuner import WarmStartConfig,WarmStartTypes

parent_tuning_job_name = "MyParentTuningJob"
warm_start_config = 
 WarmStartConfig(warm_start_type=WarmStartTypes.IDENTICAL_DATA_AND_ALGORITHM, 
 parents={parent_tuning_job_name})
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Ahora establezca los valores de los hiperparámetros estáticos, que son hiperparámetros que 
mantienen el mismo valor para cada trabajo de entrenamiento que el trabajo de ajuste de inicio 
en caliente lanza. En el código siguiente, imageclassification es un estimador que se creó 
anteriormente.

imageclassification.set_hyperparameters(num_layers=18, 
                                        image_shape='3,224,224', 
                                        num_classes=257, 
                                        num_training_samples=15420, 
                                        mini_batch_size=128, 
                                        epochs=30, 
                                        optimizer='sgd', 
                                        top_k='2', 
                                        precision_dtype='float32', 
                                        augmentation_type='crop')

Ahora cree el objeto HyperparameterTuner y pase el objeto WarmStartConfig que ha creado 
anteriormente como argumento warm_start_config.

tuner_warm_start = HyperparameterTuner(imageclassification, 
                            'validation:accuracy', 
                            hyperparameter_ranges, 
                            objective_type='Maximize', 
                            max_jobs=10, 
                            max_parallel_jobs=2, 
                            base_tuning_job_name='warmstart', 
                            warm_start_config=warm_start_config)

Por último, llame al método fit del objeto HyperparameterTuner para lanzar el trabajo de ajuste 
de inicio en caliente.

tuner_warm_start.fit( 
        {'train': s3_input_train, 'validation': s3_input_validation}, 
        include_cls_metadata=False)

Límites de recursos para el ajuste de modelo automático

SageMaker establece los siguientes límites predeterminados para los recursos utilizados por el 
ajuste automático del modelo:
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Recurso Regiones Límites predeterm 
inados

Se puede aumentar

Número de trabajos 
de ajuste de hiperpará 
metros en paralelo 
(simultáneos)

Todos 100 N/A

Número de hiperpará 
metros que se 
pueden incluir en una 
búsqueda*

Todos 30 N/A

Número de métricas 
definidas por trabajo 
de ajuste de hiperpará 
metros

Todos 20 N/A

Número de trabajos 
de entrenamiento 
paralelos por trabajo 
de ajuste de hiperpará 
metros

Todos 10 100

[Optimización 
bayesiana] Número 
de trabajos de 
entrenamiento por 
trabajo de ajuste de 
hiperparámetros

Todos 750 N/A

[Búsqueda aleatoria 
] Número de trabajos 
de entrenamiento 
paralelos por trabajo 
de ajuste de hiperpará 
metros

Todos 750 10000
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Recurso Regiones Límites predeterm 
inados

Se puede aumentar

[Hyperband] Número 
de trabajos de 
entrenamiento por 
trabajo de ajuste de 
hiperparámetros

Todos 750 N/A

[Cuadrícula] Número 
de trabajos de 
entrenamiento por 
trabajo de ajuste de 
hiperparámetros, 
ya sea especificado 
de forma explícita o 
deducido del espacio 
de búsqueda

Todos 750 N/A

Tiempo máximo de 
ejecución para un 
trabajo de ajuste de 
hiperparámetros

Todos 30 días N/A

* Cada hiperparámetro categórico puede tener como máximo 30 valores diferentes.

Ejemplo de límite de recursos

Cuando planifique realizar trabajos de ajuste de hiperparámetros, deberá tener también en cuenta 
los límites de los recursos de entrenamiento. Para obtener información sobre los límites de recursos 
predeterminados para los trabajos de SageMaker formación, consulte SageMakerLímites. Cada 
instancia de entrenamiento simultánea en la que se ejecuten todos los trabajos de ajuste de 
hiperparámetros se tiene cuenta para calcular el número total de instancias de entrenamiento 
permitidas. Por ejemplo, si ejecuta 10 trabajos de ajuste de hiperparámetros simultáneos, cada uno 
de esos trabajos de ajuste de hiperparámetros ejecuta un total de 100 trabajos de entrenamiento y 
20 trabajos de entrenamiento simultáneos. Cada uno de esos trabajos de entrenamiento se ejecuta 
en una instancia ml.m4.xlarge. Se aplican los siguientes límites:
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• Número de trabajos de ajuste de hiperparámetros simultáneos: no es necesario aumentar el límite, 
ya que 10 trabajos de ajuste ya se encuentra por debajo del límite de 100.

• Número de trabajos de entrenamiento por trabajo de ajuste de hiperparámetros: no es necesario 
aumentar el límite, ya que 100 trabajos de entrenamiento ya se encuentra por debajo del límite de 
750.

• Número de trabajos de entrenamiento simultáneos por trabajo de ajuste de hiperparámetros: es 
necesario solicitar un aumento del límite a 20, ya que el límite predeterminado es 10.

• SageMaker Entrenamiento de instancias ml.m4.xlarge: debe solicitar un aumento del límite a 200, 
ya que tiene 10 trabajos de ajuste de hiperparámetros, cada uno de los cuales ejecuta 20 trabajos 
de entrenamiento simultáneos. El límite predeterminado es de 20 instancias.

• SageMaker Recuento total de instancias de entrenamiento: debe solicitar un aumento del límite 
a 200, ya que tiene 10 trabajos de ajuste de hiperparámetros, cada uno de los cuales ejecuta 20 
trabajos de entrenamiento simultáneos. El límite predeterminado es de 20 instancias.

Para solicitar un aumento de cuota:

1. Abra la página Centro de soporte de AWS, inicie sesión si es preciso y, a continuación, elija
Crear caso.

2. En la página Crear caso elija Aumento del límite de servicio.

3. En el panel de detalles del caso, seleccione Ajuste SageMaker automático del modelo 
[Optimización de hiperparámetros] para el tipo de límite

4. En el panel Solicitudes de la Solicitud 1, seleccione la Región, el Límite de recursos que desea 
aumentar y el Valor del nuevo límite que solicita. Seleccione Añadir otra solicitud si tiene más 
solicitudes de aumento de cuota.
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5. En el panel de Descripción del caso, proporcione una descripción de su caso de uso.

6. En el panel de Opciones de contacto, seleccione los Métodos de contacto que prefiera (Web,
Chat o Teléfono) y, a continuación, seleccione Enviar.

Prácticas recomendadas para el ajuste de hiperparámetros

La optimización de hiperparámetros (HPO) no es un proceso completamente automatizado. Para 
mejorar la optimización, siga estas prácticas recomendadas de ajuste de hiperparámetros.

Temas

• Elegir una estrategia de ajuste

Prácticas recomendadas para el ajuste de hiperparámetros 3355



Amazon SageMaker Guía para desarrolladores

• Elección del número de hiperparámetros

• Elección de intervalos de hiperparámetros

• Utilizar las escalas correctas para los hiperparámetros

• Elección del mejor número de trabajos de entrenamiento simultáneos

• Ejecución de trabajos de entrenamiento en varias instancias

• Uso de una semilla aleatoria para reproducir configuraciones de hiperparámetros

Elegir una estrategia de ajuste

Para trabajos de gran tamaño, el uso de la estrategia de ajuste Hyperband puede reducir el 
tiempo de cálculo. Hyperband tiene un mecanismo de parada temprana para detener los trabajos 
con bajo rendimiento. Hyperband también puede reasignar recursos hacia configuraciones de 
hiperparámetros bien utilizadas y ejecutar trabajos paralelos. Para trabajos de entrenamiento más 
pequeños con menos tiempo de ejecución, utilice la búsqueda aleatoria o la optimización bayesiana.

Utilice la optimización bayesiana para tomar decisiones cada vez más fundamentadas sobre 
la mejora de las configuraciones de hiperparámetros en la próxima ejecución. La optimización 
bayesiana utiliza la información recopilada de ejecuciones anteriores para mejorar ejecuciones 
posteriores. Debido a su naturaleza secuencial, la optimización bayesiana no puede escalar 
masivamente.

Utilice la búsqueda aleatoria para ejecutar un gran número de trabajos paralelos. En la búsqueda 
aleatoria, los trabajos posteriores no dependen de los resultados de los trabajos anteriores y se 
pueden ejecutar de forma independiente. En comparación con otras estrategias, la búsqueda 
aleatoria es capaz de ejecutar el mayor número de trabajos paralelos.

Utilice la búsqueda por cuadrículas para reproducir los resultados de un trabajo de ajuste o si es 
importante que el algoritmo de optimización sea sencillo y transparente. También puede utilizar 
la búsqueda por cuadrículas para explorar todo el espacio de búsqueda de hiperparámetros de 
forma uniforme. La búsqueda en cuadrículas busca metódicamente todas las combinaciones 
de hiperparámetros para encontrar los valores de hiperparámetros óptimos. A diferencia de la 
búsqueda por cuadrículas, la optimización bayesiana, la búsqueda aleatoria y Hyperband extraen 
hiperparámetros de forma aleatoria del espacio de búsqueda. Como la búsqueda en cuadrículas 
analiza todas las combinaciones de hiperparámetros, los valores óptimos de los hiperparámetros 
serán idénticos entre los trabajos de ajuste que utilicen los mismos hiperparámetros.
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Elección del número de hiperparámetros

Durante la optimización, la complejidad computacional de un trabajo de ajuste de hiperparámetros 
depende de lo siguiente:

• El número de hiperparámetros

• El rango de valores que Amazon SageMaker tiene que buscar

Si bien puede especificar simultáneamente hasta 30 hiperparámetros, limitar la búsqueda a un 
número menor puede reducir el tiempo de cálculo. Reducir el tiempo de cálculo SageMaker permite 
converger más rápidamente hacia una configuración de hiperparámetros óptima.

Elección de intervalos de hiperparámetros

El rango de valores que elija buscar puede afectar negativamente a la optimización de 
hiperparámetros. Por ejemplo, un rango que abarque todos los valores de hiperparámetros posibles 
puede generar tiempos de cálculo elevados y un modelo que no se generalice bien con datos 
invisibles. Si sabe que usar un subconjunto del rango más grande posible es adecuado para su caso 
de uso, considere limitar el rango a ese subconjunto.

Utilizar las escalas correctas para los hiperparámetros

Durante el ajuste de los hiperparámetros, SageMaker intenta deducir si los hiperparámetros tienen 
una escala logarítmica o lineal. Inicialmente SageMaker , se supone un escalado lineal para los 
hiperparámetros. Si los hiperparámetros tienen una escala en registros, elegir la escala correcta 
hará que la búsqueda sea más eficaz. También puede Auto seleccionarla ScalingType en la
CreateHyperParameterTuningJobAPI si SageMaker quiere detectar la escala por usted.

Elección del mejor número de trabajos de entrenamiento simultáneos

Puede utilizar los resultados de ensayos anteriores para mejorar el rendimiento de ensayos 
posteriores. Elija el mayor número de trabajos paralelos que proporcionen un resultado incremental 
significativo que también esté dentro de su región y las restricciones de computación de la 
cuenta. Utilice el campo MaxParallelTrainingJobs para limitar el número de trabajos de 
entrenamiento que un trabajo de ajuste de hiperparámetros puede iniciar en paralelo. Para obtener 
más información, consulte Ejecutar varios trabajos de HPO en paralelo en Amazon SageMaker.
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Ejecución de trabajos de entrenamiento en varias instancias

Cuando un trabajo de entrenamiento se ejecuta en varias máquinas en modo distribuido, cada 
máquina emite una métrica objetiva. HPO solo puede usar una de estas métricas objetivas emitidas 
para evaluar el rendimiento del modelo. En el modo distribuido, HPO usa la métrica objetiva que se 
registró en el último trabajo en ejecución en todas las instancias.

Uso de una semilla aleatoria para reproducir configuraciones de hiperparámetros

Puede especificar un número entero como semilla aleatoria para el ajuste de hiperparámetros 
y usar esa semilla durante la generación de hiperparámetros. Más adelante, puede utilizar la 
misma semilla para reproducir configuraciones de hiperparámetros que sean coherentes con los 
resultados anteriores. Para las estrategias de búsqueda aleatoria y Hyperband, el uso de la misma 
semilla aleatoria puede proporcionar hasta un 100% de reproducibilidad de la configuración de 
hiperparámetros anterior para el mismo trabajo de ajuste. En el caso de la estrategia bayesiana, el 
uso de la misma semilla aleatoria mejorará la reproducibilidad para el mismo trabajo de ajuste.

Refina los datos durante el entrenamiento con Amazon SageMaker 
Smart Sifting

El SageMaker filtrado inteligente de Amazon se encuentra en versión preliminar y está sujeto a 
cambios.

SageMaker El tamizado inteligente es una función de SageMaker capacitación que ayuda a mejorar 
la eficiencia de los conjuntos de datos de entrenamiento y a reducir el tiempo y el costo totales del 
entrenamiento.

Los modelos modernos de aprendizaje profundo, como los modelos de lenguaje de gran tamaño 
(LLM) o los modelos de transformación visual, suelen requerir conjuntos de datos masivos para 
lograr una precisión aceptable. Por ejemplo, los LLM suelen requerir billones de fichas o petabytes 
de datos para converger. El tamaño creciente de los conjuntos de datos de entrenamiento, junto con 
el tamaño de los modelos, pueden aumentar el tiempo de cómputo y el costo del entrenamiento de 
los state-of-the-art modelos.

Invariablemente, las muestras de un conjunto de datos no contribuyen por igual al proceso de 
aprendizaje durante el entrenamiento con modelos. Una proporción significativa de los recursos 
computacionales proporcionados durante el entrenamiento podría dedicarse a procesar muestras 
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sencillas que no contribuyen sustancialmente a la precisión general de un modelo. Lo ideal sería 
que los conjuntos de datos de entrenamiento solo incluyeran muestras que realmente mejoren la 
convergencia del modelo. Filtrar los datos menos útiles puede reducir el tiempo de formación y los 
costes de cálculo. Sin embargo, identificar los datos menos útiles puede ser difícil y arriesgado. Es 
prácticamente difícil identificar qué muestras son menos informativas antes del entrenamiento, y 
la precisión del modelo puede verse afectada si se excluyen muestras incorrectas o si se excluyen 
demasiadas muestras.

El filtrado inteligente de los datos con Amazon SageMaker puede ayudar a reducir el tiempo y 
los costes de formación al mejorar la eficiencia de los datos. El algoritmo de filtrado SageMaker 
inteligente evalúa el valor de pérdida de cada dato durante la fase de carga de datos de un trabajo 
de formación y excluye las muestras que son menos informativas para el modelo. Al utilizar datos 
refinados para el entrenamiento, se reducen el tiempo y el coste totales del entrenamiento del 
modelo, ya que se eliminan las transferencias innecesarias hacia adelante y hacia atrás de los datos 
que no mejoran. Por lo tanto, el impacto en la precisión del modelo es mínimo o nulo.

SageMaker El filtrado inteligente está disponible a través de SageMaker Training Deep Learning 
Containers (DLC) y admite PyTorch cargas de trabajo a través del. PyTorch DataLoader Solo se 
necesitan unas pocas líneas de código para implementar el tamizado SageMaker inteligente y no es 
necesario cambiar los flujos de trabajo actuales de formación o procesamiento de datos.

Cómo funciona el tamizado SageMaker inteligente

El objetivo del tamizado SageMaker inteligente es filtrar los datos de entrenamiento durante el 
proceso de entrenamiento y añadir al modelo únicamente muestras más informativas. Durante 
un entrenamiento normal PyTorch, los datos se envían de forma iterativa en lotes al circuito 
de entrenamiento y a los dispositivos aceleradores (como las GPU o los chips Trainium).
PyTorchDataLoader SageMaker El filtrado inteligente se implementa en esta fase de carga de 
datos y, por lo tanto, es independiente de cualquier procesamiento previo de datos previo a la fase 
de entrenamiento. SageMaker El tamizado inteligente utiliza su modelo y su función de pérdida 
especificada por el usuario para realizar una transferencia evaluativa de cada muestra de datos a 
medida que se carga. Las muestras que arrojan valores de pérdidas bajas tienen un impacto menor 
en el aprendizaje del modelo y, por lo tanto, se excluyen del entrenamiento, ya que ya es fácil para 
el modelo hacer la predicción correcta sobre ellas con un alto grado de confianza. Mientras tanto, 
esas muestras con pérdidas relativamente altas son las que el modelo aún necesita aprender, por 
lo que se conservan para el entrenamiento. Una entrada clave que puede configurar para el filtrado 
SageMaker inteligente es la proporción de datos que se van a excluir. Por ejemplo, si se establece 
la proporción en un 25%, se excluyen del entrenamiento las muestras distribuidas en el cuartil más 
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bajo de la distribución de la pérdida (tomadas de un número de muestras anteriores especificado por 
el usuario). Las muestras con grandes pérdidas se acumulan en un lote de datos refinado. El lote de 
datos refinado se envía al ciclo de entrenamiento (pase hacia adelante y hacia atrás), y el modelo 
aprende y entrena sobre el lote de datos refinado.

El siguiente diagrama muestra una descripción general de cómo está diseñado el algoritmo de 
selección SageMaker inteligente.

En resumen, el tamizado SageMaker inteligente funciona durante el entrenamiento a medida que se 
cargan los datos. El algoritmo de filtrado SageMaker inteligente calcula las pérdidas entre los lotes 
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y filtra los datos que no mejoran antes de avanzar y retroceder en cada iteración. Luego, el lote de 
datos refinado se usa para el pase hacia adelante y hacia atrás.

SageMaker El filtrado inteligente funciona para trabajos de formación PyTorch basados en el clásico 
paralelismo de datos distribuidos, que permite crear réplicas de modelos en cada unidad de trabajo 
de la GPU y su rendimiento. AllReduce Funciona con PyTorch DDP y la biblioteca paralela de 
datos SageMaker distribuidos.

Marcos y AWS regiones compatibles

Antes de utilizar el cargador de datos de filtrado SageMaker inteligente, compruebe si el marco que 
ha elegido es compatible, si los tipos de instancias están disponibles en su AWS cuenta y si su AWS 
cuenta se encuentra en una de las regiones compatiblesAWS.

Marcos admitidos

SageMaker smart sifting es compatible con los siguientes marcos de aprendizaje profundo y está 
disponible a través de AWS Deep Learning Containers.

Temas

• PyTorch

PyTorch

Marcos Versión de marco URI de contenedor de 
aprendizaje profundo

PyTorch 2.1.0 763104351 
884 .dkr.ecr .
region .amazonaw 
s.com/pytorch-
training:2.1. 
0-gpu-py310-
cu121-ubuntu20. 
04-sagemaker

Para obtener más información sobre los contenedores prediseñados, consulte SageMaker 
Framework Containers en el  GitHub repositorio de AWS Deep Learning Containers.
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Regiones de AWS

Los contenedores empaquetados con la biblioteca de SageMaker filtrado inteligente están 
disponibles en el Regiones de AWS lugar donde se encuentran en servicio los AWSDeep Learning 
Containers.

Tipos de instancias

Puede utilizar el filtrado SageMaker inteligente para cualquier trabajo de PyTorch formación en 
cualquier tipo de instancia. Le recomendamos que utilice instancias P4d, P4de o P5.

Aplica un tamizado SageMaker inteligente a tu guion de entrenamiento

La biblioteca de filtrado SageMaker inteligente está incluida en los DLC del SageMaker framework
como biblioteca complementaria. Proporciona una lógica de filtrado para las muestras de 
entrenamiento que tienen un impacto relativamente menor en el entrenamiento del modelo, y su 
modelo puede alcanzar la precisión deseada con menos muestras de entrenamiento en comparación 
con el entrenamiento del modelo con muestras de datos completos.

PyTorch

Estas instrucciones muestran cómo activar el tamizado SageMaker inteligente en tu guion de 
entrenamiento.

1. Configure la interfaz de cribado SageMaker inteligente.

La biblioteca de tamizado SageMaker inteligente implementa una técnica de muestreo basada 
en el umbral de pérdida relativa que ayuda a filtrar las muestras con un menor impacto en la 
reducción del valor de la pérdida. El algoritmo de tamizado SageMaker inteligente calcula el 
valor de pérdida de cada muestra de datos de entrada mediante una pasada directa y calcula su 
percentil relativo respecto a los valores de pérdida de los datos anteriores.

Los dos parámetros siguientes son los que debe especificar para la
RelativeProbabilisticSiftConfig clase para crear un objeto de configuración de filtrado.

• Especifique la proporción de datos que se debe utilizar para entrenar el beta_value
parámetro.

• Especifique el número de muestras utilizadas en la comparación con el
loss_history_length parámetro.
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El siguiente ejemplo de código muestra la configuración de un objeto de la
RelativeProbabilisticSiftConfig clase.

from smart_sifting.sift_config.sift_configs import ( 
    RelativeProbabilisticSiftConfig 
    LossConfig 
    SiftingBaseConfig
)

sift_config=RelativeProbabilisticSiftConfig( 
    beta_value=0.5, 
    loss_history_length=500, 
    loss_based_sift_config=LossConfig( 
         sift_config=SiftingBaseConfig(sift_delay=0) 
    )
)

Para obtener más información sobre el loss_based_sift_config parámetro y las clases 
relacionadas, consulte the section called “SageMaker módulos de configuración de cribado 
inteligente” la sección de referencia del SDK de Python para filtrado SageMaker inteligente.

El sift_config objeto del ejemplo de código anterior se utiliza en el paso 4 para configurar la
SiftingDataloader clase.

2. (Opcional) Configure una clase de transformación por lotes de filtrado SageMaker inteligente.

Los diferentes casos de uso de entrenamiento requieren diferentes formatos de datos de 
entrenamiento. Dada la variedad de formatos de datos, el algoritmo de tamizado SageMaker 
inteligente necesita identificar cómo realizar el tamizado en un lote en particular. Para solucionar 
este problema, el tamizado SageMaker inteligente proporciona un módulo de transformación 
por lotes que ayuda a convertir los lotes en formatos estandarizados que se pueden tamizar de 
manera eficiente.

a. SageMaker El tamizado inteligente gestiona la transformación por lotes de los datos 
de entrenamiento en los siguientes formatos: listas de Python, diccionarios, tuplas y 
tensores. Para estos formatos de datos, el tamizado SageMaker inteligente gestiona 
automáticamente la conversión del formato de datos por lotes, y puedes saltarte el resto de 
este paso. Si omite este paso en el paso 4 de configuraciónSiftingDataloader, deje el
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batch_transforms parámetro de SiftingDataloader en su valor predeterminado, que 
esNone.

b. Si su conjunto de datos no está en estos formatos, debe continuar con el 
resto de este paso para crear una transformación por lotes personalizada 
utilizandoSiftingBatchTransform.

En los casos en los que el conjunto de datos no esté en uno de los formatos compatibles 
con el filtrado SageMaker inteligente, es posible que se produzcan errores. Estos errores 
de formato de datos se pueden resolver añadiendo el batch_transforms parámetro
batch_format_index o a la SiftingDataloader clase, que configuraste en el 
paso 4. A continuación se muestran ejemplos de errores debidos a un formato de datos 
incompatible y sus resoluciones.

Mensaje de error Resolución

De forma predeterminada, no se admiten
lotes del tipo {type (batch)}.

Este error indica que el formato de lote 
no es compatible de forma predeterm 
inada. Debe implementar una clase de 
transformación por lotes personalizada y 
usarla especificándola en el batch_tra 
nsforms  parámetro de la SiftingDa 
taloader  clase.

No se ha podido indexar el lote de tipo
{type (batch)}

Este error indica que el objeto del lote no 
se puede indexar normalmente. El usuario 
debe implementar una transformación por 
lotes personalizada y pasarla mediante el
batch_transforms  parámetro.

El tamaño del lote {batch_size}  no 
coincide con los tamaños de dimensión 0 o 
dimensión 1

Este error se produce cuando el tamaño 
del lote proporcionado no coincide con 
las dimensiones 0 o 1 del lote. El usuario 
debe implementar una transformación por 
lotes personalizada y pasarla mediante el
batch_transforms  parámetro.
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Tanto la dimensión 0 como la dimensión 1 
coinciden con el tamaño del lote

Este error indica que, dado que varias 
dimensiones coinciden con el tamaño 
del lote proporcionado, se necesita 
más información para tamizar el lote. El 
usuario puede proporcionar el batch_for 
mat_index  parámetro para indicar si el 
lote es indexable por muestra o caracterí 
stica. Los usuarios también pueden 
implementar una transformación por lotes 
personalizada, pero esto supone más 
trabajo del necesario.

Para resolver los problemas antes mencionados, debe crear una clase de transformación 
por lotes personalizada utilizando el SiftingBatchTransform módulo. Una clase 
de transformación por lotes debe constar de un par de funciones de transformación y 
transformación inversa. El par de funciones convierte el formato de datos a un formato 
que el algoritmo de SageMaker filtrado inteligente pueda procesar. Tras crear una clase 
de transformación por lotes, la clase devuelve un SiftingBatch objeto que pasarás a la
SiftingDataloader clase en el paso 4.

Los siguientes son ejemplos de clases de transformación por lotes personalizadas del
SiftingBatchTransform módulo.

• Un ejemplo de implementación de transformación por lotes de listas personalizadas con 
filtrado SageMaker inteligente para los casos en los que el fragmento del cargador de 
datos contiene entradas, máscaras y etiquetas.

from typing import Any

import torch

from smart_sifting.data_model.data_model_interface import 
 SiftingBatchTransform
from smart_sifting.data_model.list_batch import ListBatch

class ListBatchTransform(SiftingBatchTransform): 
    def transform(self, batch: Any): 
        inputs = batch[0].tolist() 
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        labels = batch[-1].tolist()  # assume the last one is the list of 
 labels 
        return ListBatch(inputs, labels) 

    def reverse_transform(self, list_batch: ListBatch): 
        a_batch = [torch.tensor(list_batch.inputs), 
 torch.tensor(list_batch.labels)] 
        return a_batch

• Un ejemplo de implementación de transformación por lotes de listas personalizada con 
filtrado SageMaker inteligente para los casos en los que no se necesitan etiquetas para la 
transformación inversa.

class ListBatchTransformNoLabels(SiftingBatchTransform): 
    def transform(self, batch: Any): 
        return ListBatch(batch[0].tolist()) 

    def reverse_transform(self, list_batch: ListBatch): 
        a_batch = [torch.tensor(list_batch.inputs)] 
        return a_batch

• Un ejemplo de implementación por lotes de tensores personalizada con filtrado 
SageMaker inteligente para los casos en los que el fragmento del cargador de datos 
contiene entradas, máscaras y etiquetas.

from typing import Any

from smart_sifting.data_model.data_model_interface import 
 SiftingBatchTransform
from smart_sifting.data_model.tensor_batch import TensorBatch

class TensorBatchTransform(SiftingBatchTransform): 
    def transform(self, batch: Any): 
        a_tensor_batch = TensorBatch( 
            batch[0], batch[-1] 
        )  # assume the last one is the list of labels 
        return a_tensor_batch 

    def reverse_transform(self, tensor_batch: TensorBatch): 
        a_batch = [tensor_batch.inputs, tensor_batch.labels] 
        return a_batch
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Después de crear una clase SiftingBatchTransform de transformación por lotes 
implementada, usa esta clase en el paso 4 para configurarla. SiftingDataloader En el 
resto de esta guía se presupone que se ha creado una ListBatchTransform clase. En el 
paso 4, esta clase se pasa abatch_transforms.

3. Cree una clase para implementar la Loss interfaz de cribado SageMaker inteligente. En este 
tutorial se asume que la clase tiene un nombreSiftingImplementedLoss. Al configurar esta 
clase, te recomendamos que utilices la misma función de pérdida en el ciclo de entrenamiento 
modelo. Siga los siguientes subpasos para crear una clase Loss implementada de cribado 
SageMaker inteligente.

a. SageMaker El tamizado inteligente calcula un valor de pérdida para cada muestra de 
datos de entrenamiento, en lugar de calcular un valor de pérdida único para un lote. Para 
garantizar que el tamizado SageMaker inteligente utilice la misma lógica de cálculo de 
pérdidas, cree una función de smart-sifting-implemented pérdida mediante el Loss módulo 
de tamizado SageMaker inteligente que utilice su función de pérdida y calcule las pérdidas 
por muestra de entrenamiento.

Tip

SageMaker El algoritmo de tamizado inteligente se ejecuta en todas las muestras de 
datos, no en todo el lote, por lo que debe añadir una función de inicialización para 
configurar la función de PyTorch pérdida sin ninguna estrategia de reducción.

class SiftingImplementedLoss(Loss):   
    def __init__(self): 
        self.loss = torch.nn.CrossEntropyLoss(reduction='none')

Esto también se muestra en el siguiente ejemplo de código.

b. Defina una función de pérdida que acepte el modelo original_batch (o
transformed_batch si ha configurado una transformación por lotes en el paso 2) y el 
PyTorch modelo. Al utilizar la función de pérdida especificada sin reducción, el cribado 
SageMaker inteligente realiza una transferencia directa de cada muestra de datos para 
evaluar su valor de pérdida.
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El código siguiente es un ejemplo de una smart-sifting-implemented Loss interfaz 
denominadaSiftingImplementedLoss.

from typing import Any

import torch
import torch.nn as nn
from torch import Tensor

from smart_sifting.data_model.data_model_interface import SiftingBatch
from smart_sifting.loss.abstract_sift_loss_module import Loss

model=... # a PyTorch model based on torch.nn.Module

class SiftingImplementedLoss(Loss):    
    # You should add the following initializaztion function  
    # to calculate loss per sample, not per batch. 
    def __init__(self): 
        self.loss_no_reduction = torch.nn.CrossEntropyLoss(reduction='none') 

    def loss( 
        self, 
        model: torch.nn.Module, 
        transformed_batch: SiftingBatch, 
        original_batch: Any = None, 
    ) -> torch.Tensor: 
        device = next(model.parameters()).device 
        batch = [t.to(device) for t in original_batch] # use this if you use 
 original batch and skipped step 2 
        # batch = [t.to(device) for t in transformed_batch] # use this if you 
 transformed batches in step 2 

        # compute loss 
        outputs = model(batch) 
        return self.loss_no_reduction(outputs.logits, batch[2])

Antes de que el ciclo de entrenamiento llegue a la fase de avance real, este cálculo 
de la pérdida por tamizado se realiza durante la fase de carga de datos, que consiste 
en obtener un lote en cada iteración. Luego, el valor de pérdida individual se compara 
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con los valores de pérdida anteriores y su percentil relativo se estima según el objeto
RelativeProbabilisticSiftConfig que haya configurado en el paso 1.

4. Envuelva el cargador PyTroch de datos por clase. SageMaker SiftingDataloader

Por último, utilice todas las clases implementadas del filtrado SageMaker inteligente que 
configuró en los pasos anteriores para la clase de SageMaker SiftingDataloder
configuración. Esta clase es un contenedor para. PyTorch DataLoader Al empaquetar 
PyTorchDataLoader, el tamizado SageMaker inteligente se registra para ejecutarse como 
parte de la carga de datos en cada iteración de un PyTorch trabajo de formación. El siguiente 
ejemplo de código muestra la implementación del filtrado SageMaker de datos en un. PyTorch
DataLoader

from smart_sifting.dataloader.sift_dataloader import SiftingDataloader
from torch.utils.data import DataLoader

train_dataloader = DataLoader(...) # PyTorch data loader

# Wrap the PyTorch data loader by SiftingDataloder
train_dataloader = SiftingDataloader( 
    sift_config=sift_config, # config object of RelativeProbabilisticSiftConfig 
    orig_dataloader=train_dataloader, 
    batch_transforms=ListBatchTransform(), # Optional, this is the custom class 
 from step 2 
    loss_impl=SiftingImplementedLoss(), # PyTorch loss function wrapped by the 
 Sifting Loss interface 
    model=model, 
    log_batch_data=False
)

Hugging Face Transformers

Hay dos formas de implementar el tamizado SageMaker inteligente en la clase 
TransformersTrainer.

Note

Si utilizas uno de los DLC PyTorch con el paquete SageMaker smart sifting instalado, 
ten en cuenta que debes instalar la biblioteca. transformers Puedes instalar paquetes 
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adicionales ampliando los DLC o pasándolos requirements.txt a la clase Training Job 
Launcher for PyTorch (sagemaker.pytorch.PyTorch) en el SDK de SageMaker Python.

Configuración sencilla

La forma más sencilla de implementar el tamizado SageMaker inteligente en la Trainer clase 
Transformers es usar la enable_sifting función. Esta función acepta un Trainer objeto 
existente y lo envuelve con él. DataLoader SiftingDataloader Puedes seguir usando el mismo 
objeto de entrenamiento. Consulta el siguiente ejemplo de uso.

from smart_sifting.integrations.trainer import enable_sifting
from smart_sifting.loss.abstract_sift_loss_module import Loss
from smart_sifting.sift_config.sift_configs import ( 
    RelativeProbabilisticSiftConfig 
    LossConfig 
    SiftingBaseConfig
)

class SiftingImplementedLoss(Loss): 
   def loss(self, model, transformed_batch, original_batch): 
        loss_fct = MSELoss(reduction="none") # make sure to set reduction to "none" 
        logits = model.bert(**original_batch) 
        return loss_fct(logits, original_batch.get("labels"))

sift_config = RelativeProbabilisticSiftConfig( 
    beta_value=0.5, 
    loss_history_length=500, 
    loss_based_sift_config=LossConfig( 
         sift_config=SiftingBaseConfig(sift_delay=0) 
    )
)

trainer = Trainer(...)
enable_sifting(trainer, sift_config, loss=SiftingImplementedLoss()) # updates the 
 trainer with Sifting Loss and config
trainer.train()

La SiftingDataloader clase es un cargador de datos iterable. El tamaño exacto del conjunto 
de datos resultante no se conoce de antemano debido al muestreo aleatorio que se realiza durante 
la selección. Como resultado, Hugging Trainer Face espera max_stepsel argumento del 

Aplica un tamizado SageMaker inteligente a tu guion de entrenamiento 3370

https://sagemaker.readthedocs.io/en/stable/frameworks/pytorch/sagemaker.pytorch.html
https://huggingface.co/docs/transformers/main_classes/trainer#transformers.TrainingArguments.max_steps


Amazon SageMaker Guía para desarrolladores

entrenamiento. Tenga en cuenta que este argumento anula el parámetro de configuración epoch.
num_train_epochs Si su cargador de datos original también era iterable, o si su entrenamiento 
utiliza max_steps una sola época, entonces SiftingDataloader funciona igual que el 
cargador de datos existente. Si el cargador de datos original no era iterable o no se max_steps
proporcionaba, el Hugging Face Trainer podría arrojar un mensaje de error similar al siguiente.

args.max_steps must be set to a positive value if dataloader does not have a length,
was -1

Para solucionar este problema, la enable_sifting función proporciona un parámetro opcional.
set_epochs Esto permite el entrenamiento con épocas, utilizando el número de épocas 
proporcionado por el argumento num_train_epochs de la Trainer clase, y se establece en el 
número entero máximo del sistema, lo max_steps que permite que el entrenamiento avance hasta 
completar las épocas especificadas.

Configuración personalizada

Para una integración personalizada del cargador de datos de cribado SageMaker inteligente, 
puedes utilizar una clase personalizada de Hugging Face. Trainer Dentro de cualquier subclase 
deTrainer, la get_train_dataloader() función se puede anular para devolver un objeto de la 
clase en su lugar. SiftingDataloader En el caso de los instructores personalizados existentes, 
este enfoque puede ser menos invasivo, pero requiere cambios de código, en comparación con la 
opción de configuración simple. El siguiente es un ejemplo de implementación de la SageMaker 
selección inteligente en una clase personalizada de Hugging Face. Trainer

from smart_sifting.sift_config.sift_configs import ( 
    RelativeProbabilisticSiftConfig 
    LossConfig 
    SiftingBaseConfig
)
from smart_sifting.dataloader.sift_dataloader import SiftingDataloader
from smart_sifting.loss.abstract_sift_loss_module import Loss
from smart_sifting.data_model.data_model_interface import SiftingBatch, 
 SiftingBatchTransform
from smart_sifting.data_model.list_batch import ListBatch

class SiftingListBatchTransform(SiftingBatchTransform): 
    def transform(self, batch: Any): 
        inputs = batch[0].tolist() 
        labels = batch[-1].tolist()  # assume the last one is the list of labels 
        return ListBatch(inputs, labels) 
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    def reverse_transform(self, list_batch: ListBatch): 
        a_batch = [torch.tensor(list_batch.inputs), torch.tensor(list_batch.labels)] 
        return a_batch

class SiftingImplementedLoss(): 
    # You should add the following initializaztion function  
    # to calculate loss per sample, not per batch. 
    def __init__(self): 
        self.celoss = torch.nn.CrossEntropyLoss(reduction='none') 

    def loss( 
        self, 
        model: torch.nn.Module, 
        transformed_batch: SiftingBatch, 
        original_batch: Any = None, 
    ) -> torch.Tensor: 
        device = next(model.parameters()).device 
        batch = [t.to(device) for t in original_batch] 

        # compute loss 
        outputs = model(batch) 
        return self.celoss(outputs.logits, batch[2])

class SiftingImplementedTrainer(Trainer): 
    def get_train_dataloader(self): 
         dl = super().get_train_dataloader() 

        sift_config = RelativeProbabilisticSiftConfig( 
            beta_value=0.5, 
            loss_history_length=500, 
            loss_based_sift_config=LossConfig( 
                sift_config=SiftingBaseConfig(sift_delay=0) 
            ) 
        ) 

        return SiftingDataloader( 
                sift_config=sift_config, 
                orig_dataloader=dl, 
                batch_transforms=SiftingListBatchTransform(), 
                loss_impl=SiftingImplementedLoss(), 
                model=self.model 
        )
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Con la Trainer clase comprimida, cree un objeto de la misma de la siguiente manera.

trainer = SiftingImplementedTrainer( 
    model=model, 
    args=training_args, 
    train_dataset=small_train_dataset, 
    eval_dataset=small_eval_dataset
)

trainer.train()

Mejores prácticas, consideraciones y solución de problemas

Prácticas recomendadas

• El filtrado inteligente de los datos SageMaker utiliza pases de avance adicionales para analizar 
y filtrar los datos de entrenamiento. A su vez, hay menos pases atrás, ya que los datos menos 
impactantes se excluyen de tu trabajo de entrenamiento. Por este motivo, los modelos que tienen 
pasadas hacia atrás largas o caras obtienen los mayores beneficios de eficiencia cuando utilizan 
el tamizado inteligente. Por otro lado, si el pase hacia delante de tu modelo tarda más que el 
pase hacia atrás, la sobrecarga podría aumentar el tiempo total de entrenamiento. Para medir el 
tiempo empleado en cada pasada, puede realizar un trabajo de formación de pilotos y recopilar 
registros que registren el tiempo que tardan los procesos. Considere también la posibilidad de 
utilizar SageMaker Profiler, que proporciona herramientas de creación de perfiles y una aplicación 
de interfaz de usuario. Para obtener más información, consulte Utilice Amazon SageMaker Profiler 
para perfilar las actividades en los AWS recursos informáticos.

• SageMaker El filtrado inteligente permite el entrenamiento de PyTorch modelos con el paralelismo 
de datos tradicional y el paralelismo de datos distribuidos, lo que permite replicar los modelos en 
todos los empleados de la GPU y utilizar la operación. AllReduce No funciona con las técnicas 
de paralelismo de modelos, incluido el paralelismo de datos fragmentados.

• Como el tamizado SageMaker inteligente funciona en los trabajos de paralelismo de datos, 
asegúrate de que el modelo que entrenes quepa en la memoria de cada GPU.

• SageMaker El tamizado inteligente ejecuta los datos individuales en lotes durante la carga de 
los datos, así que asegúrate de configurar la estrategia de reducción de la función de pérdida 
para que no se reduzca. PyTorch "none" Si se reduction establece en "mean" o"sum", la 
función de pérdida devuelve un único valor de pérdida, lo que provoca que el tamizado SageMaker 
inteligente no funcione correctamente.

Mejores prácticas, consideraciones y solución de problemas 3373



Amazon SageMaker Guía para desarrolladores

Solución de problemas

Si se produce un error, puede utilizar la siguiente lista para intentar solucionar el 
problema. Si necesitas más ayuda, ponte en contacto con el SageMaker equipo en
<sm-smart-sifting-feedback@amazon .com>.

Excepciones de la SageMaker biblioteca de selección inteligente

Utilice la siguiente referencia de las excepciones generadas por la biblioteca de tamizado SageMaker 
inteligente para solucionar los errores e identificar las causas.

Nombre de la excepción Descripción

SiftConfigValidationException Se extrae de la biblioteca de filtrado 
SageMaker inteligente en caso de que falte 
alguna clave de Config o un tipo de valor no 
compatible con Sift Key

UnsupportedDataFormatException Se extrae de la biblioteca de SageMaker 
filtrado inteligente en caso de que no sea 
compatible con la lógica de filtrado DataFormat

LossImplementationNotProvidedException Se lanza en caso de que falte o no se 
implemente la interfaz de pérdida

Seguridad en el SageMaker cribado inteligente

Como la biblioteca de cribado SageMaker inteligente ejecuta procesos de eliminación de muestras 
de entrenamiento menos valiosas, requiere acceso total a los conjuntos de datos de entrenamiento 
tal como los genera el cargador de datos. Este acceso no es diferente del acceso que ya se 
proporciona PyTorch en un escenario de entrenamiento normal.

SageMaker El filtrado inteligente tiene un registro incorporado con implicaciones de seguridad. 
De forma predeterminada, los registros de filtrado SageMaker inteligente son solo registros a 
nivel de aplicación que contienen métricas, latencias y errores o advertencias de los usuarios. Sin 
embargo, los usuarios pueden optar por habilitar los registros detallados, que registran datos de lotes 
completos para mostrar qué muestras se han extraído de un lote determinado. Estos registros se 
emiten mediante registradores de Python y la biblioteca no los carga ni almacena en ningún lugar. 
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En el caso de la carga automática de registros a servicios similares CloudWatch o similares, ten en 
cuenta que el uso de registros detallados puede provocar que se carguen datos de entrenamiento 
confidenciales de la instancia de entrenamiento.

Más allá del registro mencionado anteriormente, el filtrado SageMaker inteligente no tiene ninguna 
funcionalidad de red ni interactúa con el sistema de archivos local. Los datos del usuario se 
almacenan como objetos en la memoria durante todo el tiempo que la biblioteca los utiliza.

SageMaker referencia del SDK de Python para tamizado inteligente

Esta página proporciona una referencia de los módulos de Python que necesita para aplicar el 
tamizado SageMaker inteligente a su script de entrenamiento.

SageMaker módulos de configuración de cribado inteligente

class
smart_sifting.sift_config.sift_configs.RelativeProbabilisticSiftConfig()

La clase de configuración de tamizado SageMaker inteligente.

Parámetros

• beta_value(flotante): valor beta (constante) para calcular la probabilidad de seleccionar una 
muestra para el entrenamiento en función del percentil de la pérdida en el historial de valores de 
pérdida. Si se reduce el valor beta, se reduce el porcentaje de datos tamizados y, al aumentarlo, 
se obtiene un porcentaje más alto de datos filtrados. No hay un valor mínimo ni máximo para el 
valor beta, además de que debe ser un valor positivo. Consulte la siguiente tabla de referencia 
para ver las tasas de selección con respecto abeta_value.

beta_value Proporción de datos 
conservados (%)

Proporción de datos filtrados 
(%)

0.1 90,91 9.01

0,25 80 20

0,5 66,67 33.33

1 50 50
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2 33.33 66,67

3 25 75

10 9,09 90,92

100 0.99 99,01

• loss_history_length(int) — El número de pérdidas de entrenamiento previas que se van a 
almacenar para el muestreo basado en el umbral relativo de pérdidas.

• loss_based_sift_config(dictado o un LossConfig objeto): especifique un LossConfig
objeto que devuelva la configuración de la interfaz SageMaker Smart Sifting Loss.

class smart_sifting.sift_config.sift_configs.LossConfig()

La clase de configuración del loss_based_sift_config parámetro de la
RelativeProbabilisticSiftConfig clase.

Parámetros

• sift_config(diccionario o un SiftingBaseConfig objeto): especifique un
SiftingBaseConfig objeto que devuelva un diccionario de configuración base filtrante.

class smart_sifting.sift_config.sift_configs.SiftingBaseConfig()

La clase de configuración del sift_config parámetro deLossConfig.

Parámetros

• sift_delay(int): el número de pasos de entrenamiento que hay que esperar antes de empezar 
a filtrar. Te recomendamos que empieces a filtrar los datos de entrenamiento después de que 
todas las capas del modelo tengan una visión suficiente de los datos de entrenamiento. El valor 
predeterminado es 1000.

• repeat_delay_per_epoch(bool): especifique si desea retrasar el tamizado en cada época. El 
valor predeterminado es False.

SageMaker tamizado inteligente: módulos de transformación por lotes de datos

class smart_sifting.data_model.data_model_interface.SiftingBatchTransform
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Un módulo de Python de filtrado SageMaker inteligente para definir cómo realizar la transformación 
por lotes. Con él, puedes configurar una clase de transformación por lotes que convierta el formato 
de los datos de entrenamiento en SiftingBatch formato, que el tamizado SageMaker inteligente 
puede filtrar y acumular en un lote tamizado.

class smart_sifting.data_model.data_model_interface.SiftingBatch

Una interfaz para definir un tipo de datos por lotes que se puede tamizar y acumular.

class smart_sifting.data_model.list_batch.ListBatch

Un módulo para realizar un seguimiento de un lote de listas para su filtrado.

class smart_sifting.data_model.tensor_batch.TensorBatch

Un módulo para realizar un seguimiento de un lote tensorial para su cribado.

SageMaker módulo de implementación de pérdidas por tamizado inteligente

class smart_sifting.loss.abstract_sift_loss_module.Loss

Un módulo contenedor para registrar la interfaz de tamizado SageMaker inteligente en la función de 
pérdida de un PyTorch modelo basado.

SageMaker módulo contenedor de carga de datos de cribado inteligente

class smart_sifting.dataloader.sift_dataloader.SiftingDataloader

Un módulo contenedor para registrar la interfaz de filtrado SageMaker inteligente en el cargador de 
datos de un modelo basado. PyTorch

El iterador Main Sifting Dataloader selecciona muestras de entrenamiento de un cargador de datos 
en función de una configuración de filtrado

Parámetros

• sift_config(dictado o un objeto): un objeto. RelativeProbabilisticSiftConfig
RelativeProbabilisticSiftConfig

• orig_dataloader(un PyTorch DataLoader objeto): especifique el objeto PyTorch Dataloader 
que se va a empaquetar.

• batch_transforms(un SiftingBatchTransform objeto): (opcional) Si la transformación 
predeterminada de la biblioteca de filtrado SageMaker inteligente no admite el formato de datos, 
debe crear una clase de transformación por lotes mediante el módulo. SiftingBatchTransform
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Este parámetro sirve para pasar la clase de transformación por lotes que SiftingDataloader
se puede ejecutar para convertir los datos para que los acepte el algoritmo de filtrado SageMaker 
inteligente.

• model(un objeto PyTorch modelo): el modelo original PyTorch

• loss_impl(una función de pérdida de tamizado 
desmart_sifting.loss.abstract_sift_loss_module.Loss): función de pérdida de 
tamizado que se configura con el Loss módulo y envuelve la PyTorch función de pérdida.

• log_batch_data(bool): especifique si desea registrar los datos por lotes. Si se establece 
enTrue, el tamizado SageMaker inteligente registra los detalles de los lotes que se guardan o 
se tamizan. Le recomendamos que lo active únicamente para un trabajo de formación de pilotos. 
Cuando se activa el inicio de sesión, las muestras se cargan en la GPU y se transfieren a la CPU, 
lo que supone una sobrecarga. El valor predeterminado es False.

SageMaker notas de publicación sobre el tamizado inteligente

Consulte las siguientes notas de la versión para realizar un seguimiento de las últimas 
actualizaciones de la función de cribado SageMaker inteligente.

SageMaker notas de la versión de Smart Sifting: 29 de noviembre de 2023

Nuevas características

• Lanzó la biblioteca de tamizado SageMaker inteligente de Amazon en AWS re:Invent 2023.

Migración a contenedores de aprendizaje profundo de AWS

• La biblioteca de filtrado SageMaker inteligente ha superado las pruebas de integración y está 
disponible en AWS Deep Learning Containers. Para ver una lista completa de los contenedores 
prediseñados con la biblioteca de SageMaker filtrado inteligente, consulte. the section called 
“Marcos y AWS regiones compatibles”

Depurar y mejorar el rendimiento del modelo

La esencia del entrenamiento de modelos de aprendizaje automático, redes neuronales de 
aprendizaje profundo y modelos de transformadores consiste en lograr una convergencia de modelos 
estable y, por lo tanto, state-of-the-art los modelos tienen millones, miles de millones o billones 
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de parámetros de modelo. La cantidad de operaciones para actualizar la enorme cantidad de 
parámetros del modelo durante cada iteración puede convertirse fácilmente en astronómica. Para 
identificar los problemas de convergencia del modelo, es importante poder acceder a los parámetros, 
activaciones y gradientes del modelo calculados durante los procesos de optimización.

Amazon SageMaker proporciona dos herramientas de depuración para ayudar a identificar estos 
problemas de convergencia y obtener visibilidad de sus modelos.

Amazon SageMaker con TensorBoard

Para ofrecer una mayor compatibilidad con las herramientas comunitarias de código abierto de la 
plataforma de SageMaker formación, se SageMaker aloja TensorBoard como una aplicación en 
Domain. SageMaker  Puedes incorporar tus tareas de entrenamiento al redactor de TensorBoard 
resúmenes SageMaker y seguir utilizándolo para recopilar los tensores de salida del modelo. Al 
TensorBoard estar implementado en el SageMaker dominio, también te ofrece más opciones para 
administrar los perfiles de usuario del SageMaker dominio de tu AWS cuenta y proporciona un 
control preciso sobre los perfiles de usuario al permitir el acceso a acciones y recursos específicos. 
Para obtener más información, consulte the section called “Úselo TensorBoard”.

Amazon SageMaker Debugger

Amazon SageMaker Debugger es una capacidad SageMaker que proporciona herramientas para 
registrar enlaces a callbacks para extraer los tensores de salida del modelo y guardarlos en Amazon 
Simple Storage Service. Incluye reglas integradas para detectar problemas de convergencia de 
modelos, como el sobreajuste, la saturación de las funciones de activación, la desaparición de los 
gradientes, etc. También puede configurar las reglas integradas con Amazon CloudWatch Events 
y AWS Lambda para tomar medidas automatizadas contra los problemas detectados, y configurar 
Amazon Simple Notification Service para recibir notificaciones por correo electrónico o texto. Para 
obtener más información, consulte the section called “Utilice el depurador de SageMaker”.

Temas

• Úselo TensorBoard para depurar y analizar trabajos de formación en Amazon SageMaker

• Utilice el depurador de Amazon SageMaker para depurar y mejorar el desempeño del modelo

• Acceda a un contenedor de capacitación AWS Systems Manager para la depuración remota

• Notas de publicación sobre las capacidades de depuración de Amazon SageMaker
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Úselo TensorBoard para depurar y analizar trabajos de formación en 
Amazon SageMaker

Amazon SageMaker with TensorBoard es una capacidad de Amazon SageMaker que lleva 
las herramientas de TensorBoardvisualización integradas con SageMaker Training y Domain. 
SageMaker Ofrece opciones para administrar su AWS cuenta y los usuarios que pertenecen 
a la cuenta a través del SageMaker dominio, permitir que los usuarios del dominio accedan a 
los TensorBoard datos con los permisos adecuados en Amazon S3 y ayudar a los usuarios del 
dominio a realizar tareas de depuración de modelos mediante los complementos de TensorBoard 
visualización. SageMaker TensorBoard se amplía con el complemento SageMaker Data Manager, 
con el que los usuarios del dominio pueden acceder a varios trabajos de formación en un solo lugar 
de la TensorBoard aplicación.

Note

Esta función sirve para entrenar y depurar modelos de aprendizaje profundo mediante el 
TensorFlow marco PyTorch or.

Para científicos de datos

El entrenamiento de modelos grandes puede plantear problemas científicos que requieran que los 
científicos de datos deban depurarlos y resolverlos para mejorar la convergencia de los modelos y 
estabilizar los procesos de descenso de gradientes.

Cuando tenga problemas con el entrenamiento de los modelos, como que las pérdidas no converjan 
o que los pesos y gradientes se desvanezcan o exploten, necesitará acceder a los datos de los 
tensores para profundizar y analizar los parámetros del modelo, los escalares y cualquier métrica 
personalizada. Si lo usa SageMaker TensorBoard, puede visualizar los tensores de salida del modelo 
extraídos de los trabajos de entrenamiento. A medida que experimente con diferentes modelos, 
varias sesiones de entrenamiento e hiperparámetros de modelos, podrá seleccionar varios trabajos 
de entrenamiento TensorBoard y compararlos en un solo lugar.

Para administradores

A través de la página de TensorBoard inicio de la SageMaker consola o del SageMaker dominio, 
puede administrar los usuarios de la TensorBoard aplicación si es administrador de una AWS cuenta 
o SageMaker dominio. Cada usuario del dominio puede acceder a su propia TensorBoard aplicación 
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con los permisos concedidos. Como administrador del SageMaker dominio y usuario del dominio, 
puede crear y eliminar la TensorBoard aplicación según el nivel de permiso del que disponga.

Marcos compatibles y Regiones de AWS

Esta característica es compatible con los siguientes marcos de machine learning y Regiones de 
AWS.

Marcos

• PyTorch

• TensorFlow

• Hugging Face Transformers

Regiones de AWS

• Este de EE. UU. (Norte de Virginia) (us-east-1)

• Este de EE. UU. (Ohio) (us-east-2)

• Oeste de EE. UU. (Oregón) (us-west-2)

• Europa (Fráncfort) (eu-central-1)

• Europa (Irlanda) (eu-west-1)

Note

Amazon SageMaker TensorBoard ejecuta la TensorBoard aplicación en una ml.r5.large
instancia e incurre en cargos una vez finalizada la capa SageMaker gratuita o el período de 
prueba gratuito de la función. Para obtener más información, consulte Precios de Amazon 
SageMaker.

Requisitos previos

En la siguiente lista se muestran los requisitos previos para empezar a SageMaker utilizarla. 
TensorBoard

• Un SageMaker dominio que esté configurado con Amazon VPC en tu AWS cuenta.
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Para obtener instrucciones sobre cómo configurar un dominio, consulta Cómo incorporar un 
SageMaker dominio de Amazon mediante una configuración rápida. También necesitas añadir 
perfiles de usuario del dominio para que los usuarios individuales puedan acceder TensorBoard 
a él SageMaker. Para obtener más información, consulte Añadir y eliminar perfiles SageMaker de 
usuario de dominios.

• La siguiente lista es el conjunto mínimo de permisos para su uso TensorBoard en SageMaker.

• sagemaker:CreateApp

• sagemaker:DeleteApp

• sagemaker:DescribeTrainingJob

• sagemaker:Search

• s3:GetObject

• s3:ListBucket

Prepare un trabajo de formación con una configuración TensorBoard de datos de 
salida

Un trabajo de formación típico para el aprendizaje profundo SageMaker consta de dos pasos 
principales: preparar un guion de formación y configurar un lanzador de tareas de SageMaker 
formación. En esta sección, puede comprobar los cambios necesarios para recopilar datos 
TensorBoard compatibles de Training. SageMaker

Paso 1: Modifica tu guion de entrenamiento

Asegúrese de determinar qué tensores y escalares de salida desea recopilar y modifique las líneas 
de código del guion de entrenamiento con cualquiera de las siguientes herramientas: TensorBoard X, 
TensorFlow Summary Writer, PyTorch Summary Writer o SageMaker Debugger.

Asegúrese también de especificar la ruta de salida de los TensorBoard datos como el directorio de 
registro (log_dir) para la devolución de llamadas en el contenedor de entrenamiento.

Para obtener más información sobre las devoluciones de llamadas por marco, consulta los siguientes 
recursos.

• Para ello PyTorch, usa torch.utils.tensorboard. SummaryWriter. Consulte también las secciones
Uso de TensorBoard los escalares de entrada PyTorch y de registro de los PyTorchtutoriales. 
Como alternativa, puede utilizar TensorBoardX Summary Writer.
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LOG_DIR="/opt/ml/output/tensorboard"
tensorboard_callback=torch.utils.tensorboard.writer.SummaryWriter(log_dir=LOG_DIR)

• Para ello TensorFlow, utilice la función de devolución de llamada nativa TensorBoard,
tf.keras.callbacks. TensorBoard.

LOG_DIR="/opt/ml/output/tensorboard"
tensorboard_callback=tf.keras.callbacks.TensorBoard( 
    log_dir=LOG_DIR, histogram_freq=1)

• Para Transformers with PyTorch, puedes usar transformers.integrations. TensorBoardCallback.

Para Transformers con TensorFlow, usa el y tf.keras.tensorboard.callback pásalo a la 
llamada de Keras en Transformers.

Tip

También puedes usar una ruta de salida local del contenedor diferente. Sin embargo, 
enPaso 2: Cree un lanzador de SageMaker entrenamiento con TensorBoard la 
configuración de datos, debe mapear las rutas correctamente SageMaker para buscar 
correctamente la ruta local y guardar los TensorBoard datos en el depósito de salida de 
S3.

• Para obtener instrucciones sobre cómo modificar los scripts de entrenamiento mediante la 
biblioteca Python SageMaker Debugger, consultethe section called “Paso 1: Adapte su script de 
entrenamiento para registrar un enlace”.

Paso 2: Cree un lanzador de SageMaker entrenamiento con TensorBoard la configuración de datos

Úselo sagemaker.debugger.TensorBoardOutputConfig mientras configura un estimador de 
SageMaker marco. Esta API de configuración mapea el depósito de S3 que especifique para guardar 
TensorBoard los datos con la ruta local del contenedor de entrenamiento ()/opt/ml/output/
tensorboard. Pase el objeto del módulo al tensorboard_output_config parámetro de la 
clase del estimador. El siguiente fragmento de código muestra un ejemplo de cómo preparar un 
TensorFlow estimador con el parámetro de configuración de salida. TensorBoard
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Note

En este ejemplo se supone que utilizas el SDK de SageMaker Python. Si utilizas la 
SageMaker API de bajo nivel, debes incluir lo siguiente en la sintaxis de solicitud de la
CreateTrainingJobAPI.

"TensorBoardOutputConfig": {  
  "LocalPath": "/opt/ml/output/tensorboard", 
  "S3OutputPath": "s3_output_bucket"
}

from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import TensorBoardOutputConfig

# Set variables for training job information,  
# such as s3_out_bucket and other unique tags.
...  

LOG_DIR="/opt/ml/output/tensorboard"

output_path = os.path.join( 
    "s3_output_bucket", "sagemaker-output", "date_str", "your-training_job_name"
)

tensorboard_output_config = TensorBoardOutputConfig( 
    s3_output_path=os.path.join(output_path, 'tensorboard'), 
    container_local_output_path=LOG_DIR
)

estimator = TensorFlow( 
    entry_point="train.py", 
    source_dir="src", 
    role=role, 
    image_uri=image_uri, 
    instance_count=1, 
    instance_type="ml.c5.xlarge", 
    base_job_name="your-training_job_name", 
     tensorboard_output_config=tensorboard_output_config,
    hyperparameters=hyperparameters
)
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¿Cómo acceder a TensorBoard SageMaker

Puede acceder TensorBoard mediante dos métodos: mediante programación, mediante el
sagemaker.interactive_apps.tensorboard módulo que genera una URL prefirmada o 
sin firmar, o mediante la página de TensorBoard destino de la consola. SageMaker Tras abrirlo 
TensorBoard, SageMaker ejecuta el TensorBoard plugin y busca automáticamente todos los datos 
de salida del trabajo de entrenamiento en TensorBoard un formato de archivo compatible.

Temas

• Ábrelo TensorBoard usando el módulo sagemaker.interactive_apps.tensorboard

• Abre TensorBoard usando la get_app_url función como método de estimator clase

• TensorBoard Ábrelo a través de la consola SageMaker

Ábrelo TensorBoard usando el módulo sagemaker.interactive_apps.tensorboard

El sagemaker.interactive_apps.tensorboard módulo proporciona una función denominada
get_app_url que genera direcciones URL prefirmadas o sin firmar para abrir la TensorBoard 
aplicación en cualquier entorno de Amazon SageMaker EC2. El objetivo es proporcionar una 
experiencia unificada tanto a los usuarios de Studio Classic como a los que no lo son. En el entorno 
de Studio, puede abrirla TensorBoard ejecutando la get_app_url() función tal como está, o 
también puede especificar un nombre de trabajo para iniciar el seguimiento a medida que se abra la 
TensorBoard aplicación. En el caso de entornos que no sean de Studio Classic, puede TensorBoard 
abrirlos proporcionando la información de su dominio y perfil de usuario a la función de utilidad. Con 
esta funcionalidad, independientemente de dónde o cómo ejecute el código de formación y lance los 
trabajos de formación, puede acceder directamente a ella TensorBoard ejecutando la get_app_url
función en su portátil o terminal Jupyter.

Note

Esta funcionalidad está disponible en el SDK de SageMaker Python v2.184.0 y versiones 
posteriores. Para usar esta funcionalidad, asegúrese de actualizar el SDK ejecutándolo. pip 
install sagemaker --upgrade

Temas

• Opción 1: para SageMaker Studio Classic
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• Opción 2: para entornos que no sean de Studio Classic

Opción 1: para SageMaker Studio Classic

Si utiliza SageMaker Studio Classic, puede abrir directamente la TensorBoard aplicación o 
recuperar una URL sin firmar ejecutando la get_app_url función de la siguiente manera. Como 
ya se encuentra en el entorno de Studio Classic y ha iniciado sesión como usuario del dominio,
get_app_url() genera una URL sin firmar porque no es necesario volver a autenticarse.

Para abrir la aplicación TensorBoard

El siguiente código abre automáticamente la TensorBoard aplicación desde la URL sin firmar que la
get_app_url() función devuelve en el navegador web predeterminado de su entorno.

from sagemaker.interactive_apps import tensorboard

region = "us-west-2"
app = tensorboard.TensorBoardApp(region)

app.get_app_url( 
    training_job_name="your-training_job_name" # Optional. Specify the job name to 
 track a specific training job  
)

Para recuperar una URL sin firmar y abrir la aplicación manualmente TensorBoard

El siguiente código imprime una URL sin firmar que puede copiar en un navegador web y abrir la 
TensorBoard aplicación.

from sagemaker.interactive_apps import tensorboard

region = "us-west-2"
app = tensorboard.TensorBoardApp(region)
print("Navigate to the following URL:")
print( 
    app.get_app_url( 
        training_job_name="your-training_job_name", # Optional. Specify the name of the 
 job to track. 
        open_in_default_web_browser=False           # Set to False to print the URL to 
 terminal. 
    )
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)

Tenga en cuenta que si ejecuta los dos ejemplos de código anteriores fuera del entorno SageMaker 
Studio Classic, la función devolverá una URL a la página de TensorBoard destino de la SageMaker 
consola, ya que no contienen información de inicio de sesión en su dominio ni en su perfil de usuario. 
Para crear una URL prefirmada, consulte la opción 2 en la siguiente sección.

Opción 2: para entornos que no sean de Studio Classic

Si utiliza entornos que no son de Studio Classic, como una instancia de SageMaker Notebook o 
Amazon EC2, y desea TensorBoard abrir directamente desde el entorno en el que se encuentra, 
debe generar una URL prefirmada con la información de su dominio y perfil de usuario. Una URL
prefirmada es una URL en la que se inicia sesión en Amazon SageMaker Studio Classic mientras 
se crea la URL con su dominio y perfil de usuario y, por lo tanto, se le concede acceso a todas las 
aplicaciones y archivos de dominio asociados a su dominio. Para abrirla TensorBoard a través de 
una URL prefirmada, usa la get_app_url función con el nombre de tu dominio y perfil de usuario 
de la siguiente manera.

Tenga en cuenta que esta opción requiere que el usuario del dominio tenga el
sagemaker:CreatePresignedDomainUrl permiso. Sin el permiso, el usuario del dominio recibirá 
un error de excepción.

Important

No compartas ninguna URL prefirmada. La get_app_url función crea URL prefirmadas, 
que se autentican automáticamente con su dominio y perfil de usuario y dan acceso a todas 
las aplicaciones y archivos asociados a su dominio.

print( 
    app.get_app_url( 
        training_job_name="your-training_job_name", # Optional. Specify the name of the 
 job to track. 
        create_presigned_domain_url=True,           # Reguired to be set to True for 
 creating a presigned URL. 
        domain_id="your-domain-id",                 # Required if creating a presigned 
 URL (create_presigned_domain_url=True). 
        user_profile_name="your-user-profile-name", # Required if creating a presigned 
 URL (create_presigned_domain_url=True). 
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        open_in_default_web_browser=False,          # Optional. Set to False to print 
 the URL to terminal. 
        optional_create_presigned_url_kwargs={}     # Optional. Add any additional args 
 for Boto3 create_presigned_domain_url 
    )
)

Tip

La get_app_url función ejecuta la
SageMaker.Client.create_presigned_domain_urlAPI AWS SDK for Python (Boto3) 
en el backend. Como la create_presigned_domain_url API de Boto3 crea URL de 
dominio prefirmadas que caducan en 300 segundos de forma predeterminada, las URL 
de TensorBoard aplicaciones prefirmadas también caducan en 300 segundos. Si desea 
extender el tiempo de caducidad, pase el ExpiresInSeconds argumento al argumento 
de la función de la siguiente maneraoptional_create_presigned_url_kwargs.
get_app_url

optional_create_presigned_url_kwargs={"ExpiresInSeconds": 1500}

Note

Si alguna de las entradas transferidas a los argumentos de no get_app_url es válida, la 
función envía una URL a la página de TensorBoard destino en lugar de abrir la TensorBoard 
aplicación. El mensaje de salida sería similar al siguiente.

Navigate to the following URL:
https://us-west-2.console.aws.amazon.com/sagemaker/home?region=us-west-2#/
tensor-board-landing

Abre TensorBoard usando la get_app_url función como método de estimator clase

Si estás realizando un trabajo de entrenamiento con la estimator clase del SDK de SageMaker 
Python y tienes un objeto activo de la estimator clase, también puedes acceder a la
get_app_urlfunción como un método de clase de la estimator clase. Abre la TensorBoard 
aplicación o recupera una URL sin firmar ejecutando el get_app_url método de la siguiente 
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manera. El método de get_app_url clase extrae el nombre del trabajo de formación del estimador 
y abre la TensorBoard aplicación con el trabajo especificado.

Note

Esta funcionalidad está disponible en el SDK de SageMaker Python v2.184.0 y versiones 
posteriores. Para usar esta funcionalidad, asegúrese de actualizar el SDK ejecutándolo. pip 
install sagemaker --upgrade

Temas

• Opción 1: para SageMaker Studio Classic

• Opción 2: para entornos que no sean de Studio Classic

Opción 1: para SageMaker Studio Classic

Para abrir la TensorBoard aplicación

El siguiente código abre automáticamente la TensorBoard aplicación desde la URL sin firmar que el
get_app_url() método devuelve en el navegador web predeterminado de su entorno.

estimator.get_app_url( 
    app_type=SupportedInteractiveAppTypes.TENSORBOARD # Required.
)

Para recuperar una URL sin firmar y abrir la aplicación manualmente TensorBoard

El siguiente código imprime una URL sin firmar que puede copiar en un navegador web y abrir la 
TensorBoard aplicación.

print( 
    estimator.get_app_url( 
        app_type=SupportedInteractiveAppTypes.TENSORBOARD, # Required. 
        open_in_default_web_browser=False, # Optional. Set to False to print the URL to 
 terminal. 
    )
) 

Tenga en cuenta que si ejecuta los dos ejemplos de código anteriores fuera del entorno SageMaker 
Studio Classic, la función devolverá una URL a la página de TensorBoard destino de la SageMaker 

Úselo TensorBoard 3389



Amazon SageMaker Guía para desarrolladores

consola, ya que no contienen información de inicio de sesión en su dominio ni en su perfil de usuario. 
Para crear una URL prefirmada, consulte la opción 2 en la siguiente sección.

Opción 2: para entornos que no sean de Studio Classic

Si utiliza entornos que no son de Studio Classic, como la instancia de SageMaker Notebook y 
Amazon EC2, y desea generar una URL prefirmada para abrir TensorBoard la aplicación, utilice el 
método con la información de su dominio y perfil de usuario de get_app_url la siguiente manera.

Tenga en cuenta que esta opción requiere que el usuario del dominio tenga el permiso.
sagemaker:CreatePresignedDomainUrl Sin el permiso, el usuario del dominio recibirá un error 
de excepción.

Important

No compartas ninguna URL prefirmada. La get_app_url función crea URL prefirmadas, 
que se autentican automáticamente con su dominio y perfil de usuario y dan acceso a todas 
las aplicaciones y archivos asociados a su dominio.

print( 
    estimator.get_app_url( 
        app_type=SupportedInteractiveAppTypes.TENSORBOARD, # Required 
        create_presigned_domain_url=True,           # Reguired to be set to True for 
 creating a presigned URL. 
        domain_id="your-domain-id",                 # Required if creating a presigned 
 URL (create_presigned_domain_url=True). 
        user_profile_name="your-user-profile-name", # Required if creating a presigned 
 URL (create_presigned_domain_url=True). 
        open_in_default_web_browser=False,            # Optional. Set to False to print 
 the URL to terminal. 
        optional_create_presigned_url_kwargs={}       # Optional. Add any additional 
 args for Boto3 create_presigned_domain_url 
    )
) 

TensorBoard Ábrelo a través de la consola SageMaker

También puede utilizar la interfaz de usuario de la SageMaker consola para abrir la TensorBoard 
aplicación. Hay dos opciones para abrir la TensorBoard aplicación a través de la SageMaker consola.
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Temas

• Opción 1: iniciar TensorBoard desde la página de detalles del dominio

• Opción 2: iniciar TensorBoard desde la página TensorBoard de destino

Opción 1: iniciar TensorBoard desde la página de detalles del dominio

Ir a la página de detalles del dominio

En el siguiente procedimiento se muestra cómo ira la página de detalles del dominio.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. En la lista de dominios, selecciona el dominio en el que quieres lanzar la TensorBoard 
aplicación.

Inicie una aplicación de perfil de usuario

El siguiente procedimiento muestra cómo iniciar una aplicación de Studio Classic que esté 
relacionada con un perfil de usuario.

1. En la página Detalles del dominio, elija la pestaña Perfiles de usuario.

2. Identifique el perfil de usuario para el que desea iniciar la aplicación Studio Classic.

3. Elija Launch para el perfil de usuario seleccionado y, a continuación, elija TensorBoard.

Opción 2: iniciar TensorBoard desde la página TensorBoard de destino

El siguiente procedimiento describe cómo iniciar una TensorBoard aplicación desde la página de 
TensorBoard destino.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, selecciona TensorBoard.

3. En Comenzar, seleccione el dominio en el que desee iniciar la aplicación Studio Classic. Si su 
perfil de usuario solo pertenece a un dominio, no verá la opción para seleccionar un dominio.
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4. Seleccione el perfil de usuario para el que desee iniciar la aplicación Studio Classic. Si no hay 
ningún perfil de usuario en el dominio, seleccione Crear perfil de usuario. Para obtener más 
información, consulte Add and Remove User Profiles.

5. Seleccione Abrir TensorBoard.

La siguiente captura de pantalla muestra la ubicación de TensorBoard en el panel de navegación 
izquierdo de la SageMaker consola y la SageMaker página de TensorBoard destino en el panel 
principal.

Acceda a los datos de los resultados del entrenamiento y visualícelos en TensorBoard

Puede realizar un análisis en línea o fuera de línea cargando los tensores de salida recopilados de 
los cubos S3 junto con los trabajos de entrenamiento durante o después del entrenamiento.

Al abrir la TensorBoard aplicación, TensorBoard se abre con la pestaña Gestor de SageMaker 
datos. La siguiente captura de pantalla muestra la vista completa de la pestaña Administrador de 
SageMaker datos de la TensorBoard aplicación.
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En la pestaña SageMaker Data Manager, puede seleccionar cualquier trabajo de formación y cargar 
datos TensorBoard de salida de formación compatibles de Amazon S3.

1. En la sección Buscar trabajos de formación, utilice los filtros para reducir la lista de trabajos de 
formación que desea buscar, cargar y visualizar.

2. En la sección Lista de trabajos de formación, utilice las casillas de verificación para elegir los 
trabajos de formación de los que desee extraer datos y visualizarlos para su depuración.

3. Seleccione Añadir los trabajos seleccionados. Los trabajos seleccionados deberían aparecer en la 
sección Trabajos de formación rastreados, como se muestra en la siguiente captura de pantalla.
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Note

La pestaña Gestor de SageMaker datos solo muestra los trabajos de formación configurados 
con el TensorBoardOutputConfig parámetro. Asegúrese de haber configurado el 
SageMaker estimador con este parámetro. Para obtener más información, consulte Paso 2: 
Cree un lanzador de SageMaker entrenamiento con TensorBoard la configuración de datos.

Note

Es posible que las pestañas de visualización no aparezcan si se utiliza SageMaker with 
TensorBoard por primera vez o si no se han cargado datos de un uso anterior. Tras añadir 
tareas de entrenamiento y esperar unos segundos, actualiza el visor pulsando la flecha 
circular en el sentido de las agujas del reloj situada en la esquina superior derecha. Las 
pestañas de visualización deberían aparecer una vez que los datos del trabajo se hayan 
cargado correctamente. También puedes configurar la actualización automática mediante el 
botón Configuración situado junto al botón de actualización en la esquina superior derecha.
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Explora los datos de salida del entrenamiento visualizados en TensorBoard

En las pestañas gráficas, puedes ver la lista de los trabajos de entrenamiento cargados en el panel 
izquierdo. También puede utilizar las casillas de verificación de los trabajos de formación para 
mostrar u ocultar las visualizaciones. Los complementos TensorBoard dinámicos se activan de forma 
dinámica en función de cómo hayas configurado tu guion de entrenamiento para incluir redactores de 
resúmenes y repasar llamadas para recopilar tensores y escalares, por lo que las pestañas gráficas 
también aparecen de forma dinámica. Las siguientes capturas de pantalla muestran ejemplos de 
vistas de cada pestaña con la visualización de dos trabajos de entrenamiento que recopilaban 
métricas para complementos de series temporales, escalares, gráficos, distribución e histogramas.

La vista de pestañas SERIES TEMPORALES

Vista de la pestaña ESCALARES
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Vista de la pestaña GRÁFICOS
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Vista de la pestaña DISTRIBUCIONES

Vista de la pestaña HISTOGRAMAS
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Elimine las aplicaciones no utilizadas TensorBoard

Cuando haya terminado de monitorizar y experimentar con las tareas TensorBoard, cierre la 
TensorBoard aplicación.

1. Abre la SageMaker consola.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione su dominio.

5. Elige tu perfil de usuario.

6. En Aplicaciones, selecciona Eliminar aplicación para la TensorBoard fila.

7. Elija Sí, eliminar aplicación.

8. Escribe delete en el cuadro de texto y, a continuación, selecciona Eliminar.

9. Debería aparecer un mensaje azul en la parte superior de la pantalla: se elimina por defecto.

Consideraciones

Tenga en cuenta lo siguiente cuando lo utilice SageMaker con TensorBoard.
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• No puede compartir las TensorBoard aplicaciones con fines de colaboración porque SageMaker 
Domain no permite compartir aplicaciones entre los usuarios. Los usuarios pueden compartir los 
tensores de salida guardados en un depósito de S3 si tienen acceso al depósito.

• Es posible que los complementos de visualización no aparezcan al iniciar la TensorBoard 
aplicación por primera vez. Tras seleccionar los trabajos de formación en el complemento 
SageMaker Data Manager, la TensorBoard aplicación carga los TensorBoard datos y rellena los 
complementos de visualización.

• Las TensorBoard aplicaciones se cierran automáticamente tras 1 hora de inactividad. Si desea 
cerrar la aplicación cuando termine de usarla, asegúrese de cerrarla manualmente para no tener 
que pagar por la instancia TensorBoard que la aloja. Para obtener instrucciones sobre cómo 
eliminar la aplicación, consulteElimine las aplicaciones no utilizadas TensorBoard .

Utilice el depurador de Amazon SageMaker para depurar y mejorar el 
desempeño del modelo

Depure los tensores de salida del modelo de los trabajos de entrenamiento de machine learning en 
tiempo real y detecte problemas no convergentes con el depurador de Amazon SageMaker.

Características del depurador de Amazon SageMaker

Es posible que un trabajo de entrenamiento sobre el machine learning (ML) presente problemas 
de sobreajuste, saturación de las funciones de activación y desaparición de los gradientes, lo cual 
podría comprometer el desempeño del modelo.

El depurador de SageMaker proporciona las herramientas necesarias para depurar los trabajos de 
entrenamiento y resolver estos problemas a fin de mejorar el desempeño del modelo. El depurador 
también ofrece herramientas capaces de enviar alertas en caso de detectar anomalías durante el 
entrenamiento, tomar medidas para resolver los problemas e identificar la causa raíz de los mismos 
mediante la visualización de las métricas y los tensores recopilados.

El depurador de SageMaker es compatible con los marcos Apache MXNet, PyTorch, TensorFlow y 
XGBoost. Para obtener más información sobre los marcos disponibles y las versiones compatibles 
con el depurador de SageMaker, consulte Marcos y algoritmos compatibles.
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El flujo de trabajo del depurador de alto nivel es el siguiente:

1. Modifique su script de entrenamiento con el Python SDK del sagemaker-debugger si es 
necesario.

2. Configure un trabajo de entrenamiento de SageMaker con el depurador de SageMaker.

• Configure mediante la API estimador de SageMaker (para SDK de Python).

• Configure con la solicitud CreateTrainingJob de SageMaker (para Boto3 o CLI).

• Configure contenedores de entrenamiento personalizados con el depurador de SageMaker.

3. Inicie un trabajo de entrenamiento y supervise los problemas de entrenamiento en tiempo real.

• Lista de reglas integradas del depurador.

4. Reciba alertas y tome medidas rápidas en caso de problemas relacionados con el entrenamiento.

• Reciba mensajes de texto y correos electrónicos y detenga los trabajos de entrenamiento en 
caso de que se hayan detectado problemas de entrenamiento con Acciones integradas del 
depurador para las reglas.

• Configure sus propias acciones con los eventos de Amazon CloudWatch y AWS Lambda.

5. Conozca detalladamente el análisis de los problemas de entrenamiento.

• Para depurar los tensores de salida del modelo, consulte Visualizar los tensores de salida del 
depurador en TensorBoard.

6. Solucione los problemas, tenga en cuenta las sugerencias proporcionadas por el depurador y 
repita los pasos 1 a 5 hasta optimizar el modelo y lograr la precisión deseada.

La guía para desarrolladores del depurador de SageMaker explica los siguientes temas.
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Temas

• Marcos y algoritmos compatibles

• Arquitectura del depurador de Amazon SageMaker

• Tutoriales de introducción al depurador

• Depure trabajos de entrenamiento con el depurador de Amazon SageMaker

• Lista de reglas integradas del depurador

• Cree reglas personalizadas del depurador para análisis de trabajos de entrenamiento

• Uso del depurador con contenedores de entrenamiento personalizados

• Configuración del depurador mediante la API de Amazon SageMaker

• Prácticas recomendadas para Amazon SageMaker Debugger

• Documentación de referencia y temas avanzados del depurador de Amazon SageMaker

Marcos y algoritmos compatibles

La siguiente tabla muestra los marcos y algoritmos de machine learning de SageMaker compatibles 
con el depurador.

SageMaker-supported frameworks and 
algorithms

Debugging output tensors

TensorFlow AWS Contenedores de aprendizaje profundo 
TensorFlow 1.15.4 o versiones posteriores

PyTorch AWS Contenedores de aprendizaje profundo 
PyTorch 1.5.0 o versiones posteriores

MXNet AWS Contenedores de aprendizaje profundo 
MXNet 1.6.0 o versiones posteriores

XGBoost 1.0-1, 1.2-1, 1.3-1

Estimador genérico de SageMaker Contenedores de entrenamiento personali 
zados (disponibles para TensorFlow, PyTorch, 
MXNet y XGBoost con registro manual de 
enlaces)
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• Depuración de tensores de salida: rastrea y depura los parámetros del modelo, como los pesos, 
los gradientes, los sesgos y los valores escalares de tu trabajo de entrenamiento. Los marcos 
compatibles de aprendizaje profundo son Apache MXNet, TensorFlow, PyTorch y XGBoost.

Important

En cuanto al marco TensorFlow con Keras, el depurador de SageMaker ya no admite el 
cambio sin código para los modelos de depuración creados con los módulos tf.keras
de TensorFlow 2.6 y versiones posteriores. Esto se debe a los cambios importantes 
anunciados en la nota de la versión de TensorFlow 2.6.0. Para obtener instrucciones sobre 
cómo actualizar el script de entrenamiento, consulte the section called “TensorFlow”.

Important

A partir de la versión 1.12.0 de PyTorch y versiones posteriores, el depurador de 
SageMaker ya no admite cambios sin código para los modelos de depuración.
Esto se debe a cambios importantes que hacen que el depurador de SageMaker interfiera 
con la funcionalidad torch.jit. Para obtener instrucciones sobre cómo actualizar el 
script de entrenamiento, consulte the section called “PyTorch”.

Si el marco o algoritmo que desea entrenar o depurar no aparece en la tabla, visite el AWS foro de 
debate y comparta su opinión sobre el depurador de SageMaker.

Regiones de AWS

El depurador de Amazon SageMaker está disponible en todas las regiones donde el servicio de 
Amazon SageMaker está disponible, excepto en las siguientes regiones.

• Asia-Pacífico (Yakarta): ap-southeast-3

Para saber el servicio de Amazon SageMaker está disponible en su Región de AWS, consulte
AWSServicios regionales.
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Utilice el depurador con contenedores de entrenamiento personalizados

Lleve sus contenedores de entrenamiento a SageMaker y obtenga información sobre sus trabajos de 
entrenamiento usando el depurador. Maximice la eficiencia de su trabajo optimizando su modelo en 
las instancias de Amazon EC2 mediante las funciones de supervisión y depuración.

Para obtener más información sobre cómo crear un contenedor de entrenamiento con la biblioteca 
de clientes sagemaker-debugger, llevarlo al Amazon Elastic Container Registry (Amazon ECR), 
luego supervisar y depurar, consulte Uso del depurador con contenedores de entrenamiento 
personalizados.

Repositorios de GitHub de código abierto del depurador

Las API del depurador se proporcionan a través del SageMaker Python SDK y están diseñadas 
para crear configuraciones de enlaces y reglas del depurador para las operaciones de las 
API de  CreateTrainingJob y DescribeTrainingJob de SageMaker. La biblioteca de clientes
sagemaker-debugger proporciona herramientas para registrar los enlaces y acceder a los datos 
de entrenamiento a través de su función de prueba, además de sus operaciones de API flexibles y 
potentes. Admite marcos de machine learning como TensorFlow, PyTorch, MXNet y XGBoost en 
Python 3.6 y versiones superiores.

Para obtener información directa acerca de las operaciones del depurador y de la API sagemaker-
debugger, consulte los siguientes enlaces:

• La documentación de Amazon SageMaker Python SDK

• El Amazon SageMaker Python SDK: API del depurador

• La documentación de sagemaker-debugger Python SDK para la biblioteca de clientes de código 
abierto del depurador de Amazon SageMaker

• El sagemaker-debugger PyPI

Si utiliza el SDK para Java para realizar trabajos de entrenamiento relacionados con SageMaker y 
desea configurar las API del depurador, consulte las siguientes referencias:

• Operaciones de la API del depurador de Amazon SageMaker

• Configuración del depurador mediante la API de Amazon SageMaker

Utilice el depurador de SageMaker 3403

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTrainingJob.html
https://sagemaker.readthedocs.io/en/stable/amazon_sagemaker_debugger.html
https://sagemaker.readthedocs.io/en/stable/api/training/debugger.html
https://sagemaker-debugger.readthedocs.io/en/website/index.html
https://github.com/awslabs/sagemaker-debugger#amazon-sagemaker-debugger
https://github.com/awslabs/sagemaker-debugger#amazon-sagemaker-debugger
https://pypi.org/project/smdebug/


Amazon SageMaker Guía para desarrolladores

Arquitectura del depurador de Amazon SageMaker

Este tema muestra una descripción general de gran calidad sobre el flujo de trabajo del depurador de 
Amazon SageMaker.

El depurador admite la funcionalidad de creación de perfiles para optimizar el desempeño a fin de 
identificar problemas de cálculo, como los cuellos de botella del sistema y la infrautilización, además 
de para ayudar a optimizar la utilización de los recursos de hardware a gran escala.

La funcionalidad de depuración de depurador para la optimización de modelos consiste en analizar 
los problemas de entrenamiento no convergentes que puedan surgir y, al mismo tiempo, minimizar 
las funciones de pérdida mediante algoritmos de optimización, como el descenso de gradientes y sus 
variaciones.

En el siguiente diagrama se muestra la arquitectura del depurador de SageMaker. Los bloques con 
líneas de límite en negrita son los elementos que el depurador consigue analizar en tu trabajo de 
entrenamiento.
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El depurador almacena los siguientes datos de sus trabajos de entrenamiento en su bucket protegido 
de Amazon S3:

• Tensores de salida: colecciones de escalares y parámetros del modelo que se actualizan 
continuamente durante las pasadas hacia adelante y hacia atrás mientras se entrenan los modelos 
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de machine learning. Los tensores de salida incluyen valores escalares (precisión y pérdida) y 
matrices (pesos, gradientes, capas de entrada y capas de salida).

Note

De forma predeterminada, el depurador supervisa y depura los trabajos de entrenamiento 
de SageMaker sin ningún parámetro específico del depurador configurado en los 
estimadores de SageMaker. El depurador recopila las métricas del sistema cada 500 
milisegundos y los tensores de salida básicos (resultados escalares como la pérdida y 
la precisión) cada 500 pasos. También ejecuta la regla ProfilerReport para analizar 
las métricas del sistema y agregar el panel de información del depurador de Studio y un 
informe de creación de perfiles. El depurador guarda los datos de salida en su bucket de 
Amazon S3 protegido.

Las reglas integradas del depurador se ejecutan en contenedores de procesamiento, que han sido 
diseñados para evaluar los modelos de machine learning mediante el procesamiento de los datos 
de entrenamiento recopilados en su bucket S3 (consulte Procesar datos y evaluar modelos). El 
depurador gestiona completamente las reglas integradas. También puede crear sus propias reglas 
personalizadas para vigilar cualquier problema que tenga su modelo.

Tutoriales de introducción al depurador

Los siguientes temas le acompañarán a través de tutoriales, desde los conceptos básicos hasta 
los casos de uso avanzados de monitorización, creación de perfiles y depuración de los trabajos 
de entrenamiento de SageMaker mediante el depurador. Explore las funciones del depurador y 
descubra cómo puede depurar y mejorar sus modelos de machine learning de forma eficiente 
mediante el uso del depurador.

Temas

• Videotutoriales sobre el depurador

• Cuadernos de ejemplo del depurador

• Demostraciones y visualización avanzadas del depurador
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Videotutoriales sobre el depurador

En los siguientes vídeos se ofrece un recorrido por las capacidades de Amazon SageMaker 
Debugger mediante instancias de SageMaker Studio y SageMaker Notebook.

Temas

• Depure modelos con Amazon SageMaker Debugger en Studio

• Análisis profundo de Amazon SageMaker Debugger y SageMaker Model Monitor

Depure modelos con Amazon SageMaker Debugger en Studio

Julien Simon, evangelizador de tecnología de AWS | Duración: 14 minutos, 17 segundos

En este vídeo tutorial se muestra cómo utilizar Amazon SageMaker Debugger para capturar e 
inspeccionar la información de depuración de un modelo de formación. El ejemplo de modelo de 
entrenamiento utilizado en este vídeo es una red neuronal convolucional simple (CNN) basada 
en Keras con el backend. TensorFlow SageMaker en un TensorFlow marco y Debugger permiten 
crear un estimador directamente utilizando el guion de entrenamiento y depurar el trabajo de 
entrenamiento.

Depuración de modelos con Amazon SageMaker Debugger (parte 1)

Encontrará el bloc de notas de ejemplo en el vídeo de este repositorio de demostración de 
Studio proporcionado por el autor. Debe clonar el archivo del debugger.ipynb bloc de 
notas y el guion de mnist_keras_tf.py entrenamiento en su SageMaker Studio o en una 
instancia de SageMaker bloc de notas. Después de clonar los dos archivos, especifique la ruta 
de acceso keras_script_path al archivo mnist_keras_tf.py dentro del bloc de notas
debugger.ipynb. Por ejemplo, si clona los dos archivos en el mismo directorio, establézcalo como
keras_script_path = "mnist_keras_tf.py".

Análisis profundo de Amazon SageMaker Debugger y SageMaker Model Monitor

Julien Simon, evangelizador de tecnología de AWS | Duración: 44 minutos, 34 segundos

Esta sesión de vídeo analiza las funciones avanzadas de Debugger y SageMaker Model Monitor 
que ayudan a aumentar la productividad y la calidad de sus modelos. En primer lugar, este vídeo 
muestra cómo detectar y corregir problemas de entrenamiento, visualizar tensores y mejorar modelos 
con el depurador. A continuación, a las 22:41, el vídeo muestra cómo supervisar los modelos en 
producción e identificar problemas de predicción, como la falta de funciones o la desviación de los 
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datos, mediante SageMaker Model Monitor. Por último, ofrece consejos de optimización de costos 
para ayudarle a sacar el máximo partido a su presupuesto de machine learning.

Depurar modelos con el depurador (parte 2)

Encontrará el cuaderno de ejemplo en el vídeo en  este repositorio de AWS Dev Days 2020 ofrecido 
por el autor.

Cuadernos de ejemplo del depurador

Los cuadernos de ejemplo del depurador de SageMaker están disponibles en el repositorio aws/
amazon-sagemaker-examples. Los cuadernos de ejemplo del depurador muestran casos de uso 
básicos y avanzados de trabajos de entrenamiento sobre depuración y creación de perfiles.

Le recomendamos que ejecute los cuadernos de ejemplo en SageMaker Studio o en una instancia 
de SageMaker Notebook, ya que la mayoría de los ejemplos están diseñados para tareas de 
entrenamiento en el ecosistema de SageMaker, incluidos Amazon EC2, Amazon S3 y Amazon 
SageMaker Python SDK.

Para clonar el repositorio de ejemplo en SageMaker Studio, siga las instrucciones de Amazon 
SageMaker Studio Tour.

Para encontrar los ejemplos en una instancia de SageMaker Notebook, siga las instrucciones 
recogidas en Cuadernos de ejemplo de instancias de SageMaker Notebook.

Important

Para utilizar las nuevas características del depurador, debe actualizar el SageMaker Python 
SDK y la biblioteca cliente SMDebug. En su kernel de iPython, cuaderno de Jupyter o 
entorno de JupyterLab, ejecute el siguiente código para instalar las últimas versiones de las 
bibliotecas y reiniciar el kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
IPython.Application.instance().kernel.do_shutdown(True)
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Cuadernos de ejemplo del depurador para crear perfiles de trabajos de entrenamiento

La siguiente lista muestra ejemplos de cuadernos del depurador que presentan la capacidad de 
adaptación del depurador para monitorizar y perfilar los trabajos de entrenamiento para varios 
modelos, conjuntos de datos y marcos de machine learning.

Título del 
cuaderno

Plataforma Modelo Conjunto de 
datos

Descripción

Análisis de 
datos de 
creación de 
perfiles del 
depurador 
de Amazon 
SageMaker

TensorFlow Keras 
ResNet50

Cifar-10 Este cuaderno proporciona 
una introducción al análisis 
interactivo de los datos 
perfilados capturados por el 
depurador de SageMaker. 
Explore todas las funciones de 
las herramientas de análisis 
interactivo SMDebug.

Creación de 
perfiles sobre 
machine 
learning con 
el depurador 
de Amazon 
SageMaker

TensorFlow Red neuronal 
convolucional 
1-D

Conjunto 
de datos de 
IMDB

Cree un perfil de una CNN 
unidimensional de TensorFlo 
w para analizar el sentimien 
to de los datos de IMDB 
que consisten en reseñas 
de películas etiquetadas 
como positivas o negativas 
. Consulte la información 
del depurador de Studio y el 
informe de creación de perfiles 
del depurador.

Creación 
de perfiles 
del modelo 
ResNet de 
TensorFlow 
con varios 
ajustes de 
entrenami 

TensorFlow ResNet50 Cifar-10 Ejecute trabajos de entrenami 
ento de TensorFlow con 
varios ajustes de entrenami 
ento distribuidos, supervise 
la utilización de los recursos 
del sistema y elabore un perfil 
del rendimiento del modelo 
mediante el depurador.
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Título del 
cuaderno

Plataforma Modelo Conjunto de 
datos

Descripción

ento distribui 
dos

Creación de 
perfiles de 
entrenami 
ento con 
el modelo 
ResNet de 
PyTorch con 
varios ajustes 
de entrenami 
ento distribui 
dos

PyTorch ResNet50 Cifar-10 Ejecute trabajos de entrenami 
ento de PyTorch con varios 
ajustes de entrenamiento 
distribuidos, supervise la 
utilización de los recursos del 
sistema y perfile el rendimien 
to del modelo mediante el 
depurador.

Cuadernos de ejemplo del depurador para analizar los parámetros del modelo

La siguiente lista muestra ejemplos de cuadernos del depurador que presentan la capacidad de 
adaptación del depurador para realizar tareas de entrenamiento de depuración para diversos 
modelos, conjuntos de datos y marcos de machine learning.

Título del 
cuaderno

Plataforma Modelo Conjunto de 
datos

Descripción

Depurador 
de Amazon 
SageMaker 
: uso de 
una regla 
integrada

TensorFlow Red neuronal 
convolucional

MNIST Use las reglas integradas 
del depurador de Amazon 
SageMaker para depurar un 
modelo de TensorFlow.

Depurador 
de Amazon 
SageMaker 

TensorFlow ResNet50 Cifar-10 Utilice la configuración del 
enlace del depurador de 
Amazon SageMaker y las 
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Título del 
cuaderno

Plataforma Modelo Conjunto de 
datos

Descripción

: Tensorflow 
2.1

reglas integradas para depurar 
un modelo con la estructura 
de Tensorflow 2.1.

Visualiza 
ción de los 
tensores de 
depuración 
del entrenami 
ento de 
MXNet

MXNet Red neuronal 
convolucional 
de Gluon

Fashion 
MNIST

Ejecute un trabajo de 
entrenamiento y configure el 
depurador de SageMaker para 
almacenar todos los tensores 
de este trabajo y, a continuac 
ión, visualice esos tensores en 
un cuaderno.

Habilite el 
entrenami 
ento puntual 
con el 
depurador 
de Amazon 
SageMaker

MXNet Red neuronal 
convolucional 
de Gluon

Fashion 
MNIST

Descubra cómo el depurador 
recopila los datos tensoriales 
de un trabajo de entrenami 
ento en una instancia puntual 
y cómo utilizar las reglas 
integradas del depurador 
con el entrenamiento puntual 
gestionado.

Explique 
un modelo 
XGBoost 
que predice 
los ingresos 
de una 
persona con 
el depurador 
de Amazon 
SageMaker

XGBoost Regresión de 
XGBoost

Conjunto de 
datos del 
censo de 
adultos

Aprenda a usar el enlace 
del depurador y las reglas 
integradas para recopilar y 
visualizar datos tensoriales 
de un modelo de regresión 
de XGBoost, como valores 
de pérdida, características y 
valores de SHAP.

Para encontrar visualizaciones avanzadas de los parámetros y casos de uso del modelo, consulte el 
siguiente tema en Demostraciones y visualización avanzadas del depurador.
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Demostraciones y visualización avanzadas del depurador

Las siguientes demostraciones explican los casos de uso avanzados y los scripts de visualización 
con el depurador.

Temas

• Entrene y ajuste sus modelos con los experimentos y el depurador de Amazon SageMaker

• Uso del depurador de SageMaker para supervisar un entrenamiento de modelo de autocodificador 
convolucional

• Uso del depurador de SageMaker para supervisar la atención en el entrenamiento de modelos 
BERT

• Uso del depurador de SageMaker para visualizar mapas de activación de clases en redes 
neuronales convolucionales (CNN)

Entrene y ajuste sus modelos con los experimentos y el depurador de Amazon SageMaker

Nathalie Rauschmayr, científico práctico de AWS | Duración: 49 minutos, 26 segundos

Entrene y pode modelos con los experimentos y el depurador de SageMaker

Descubra cómo los experimentos y el depurador de Amazon SageMaker pueden simplificar la 
gestión de sus trabajos de entrenamiento. El depurador de Amazon SageMaker proporciona una 
visibilidad transparente de los trabajos de entrenamiento y guarda las métricas de entrenamiento en 
su bucket de Amazon S3. Los experimentos de SageMaker le permiten acceder a la información de 
entrenamiento como pruebas a través de SageMaker Studio y admite la visualización del trabajo de 
entrenamiento. Esto le ayuda a mantener la calidad del modelo a la vez que reduce los parámetros 
menos importantes en función del rango de importancia.

Este vídeo muestra una técnica de poda de modelos que aligera los modelos ResNet50 y AlexNet 
preentrenados y los hace más asequibles, al tiempo que mantiene altos estándares de precisión del 
modelo.

El estimador de SageMaker entrena los algoritmos suministrados desde la colección de modelos de 
PyTorch en contenedores de aprendizaje profundo de AWS con el marco PyTorch y el depurador 
extrae las métricas de entrenamiento del proceso de entrenamiento.

El vídeo también muestra cómo configurar una regla personalizada del depurador para observar 
la precisión de un modelo podado, activar un evento de Amazon CloudWatch de una función AWS 
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Lambda cuando la precisión alcanza un umbral y detener automáticamente el proceso de poda para 
evitar iteraciones redundantes.

Los objetivos de aprendizaje son los siguientes:

• Aprender a utilizar SageMaker para acelerar el entrenamiento del modelo de machine learning y 
mejorar la calidad del modelo.

• Comprender cómo administrar las iteraciones de entrenamiento con los experimentos de 
SageMaker al capturar automáticamente los parámetros de entrada, las configuraciones y los 
resultados.

• Descubrir cómo el depurador aporta transparencia al proceso de entrenamiento al capturar 
automáticamente datos de tensores en tiempo real de métricas como ponderaciones, gradientes y 
salidas de activación de redes neuronales convolucionales.

• Utilice CloudWatch para activar Lambda cuando el detector detecte problemas.

• Dominar el proceso de entrenamiento de SageMaker mediante los experimentos y el depurador de 
SageMaker.

Encontrará los cuadernos y los scripts de entrenamiento utilizados en este vídeo en Poda de 
modelos iterativos de PyTorch del depurador de SageMaker.

La siguiente imagen muestra cómo el proceso de poda del modelo iterativo reduce el tamaño de 
AlexNet al cortar los 100 filtros menos significativos en función del rango de importancia evaluado por 
los gradientes y las salidas de activación.

El proceso de poda redujo los 50 millones de parámetros iniciales a 18 millones. También redujo el 
tamaño estimado del modelo de 201 MB a 73 MB.
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También es necesario realizar un seguimiento de la precisión del modelo y la siguiente imagen 
muestra cómo se puede representar el proceso de poda del modelo para visualizar los cambios en la 
precisión del modelo en función del número de parámetros en SageMaker Studio.
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En SageMaker Studio, seleccione la pestaña Experimentos, seleccione una lista de tensores 
guardados por el depurador del proceso de poda y, a continuación, cree un panel Lista de 
componentes de prueba. Seleccione las diez iteraciones y elija Agregar gráfico para crear un Gráfico 
de componentes de prueba. Una vez que haya decidido qué modelo desea implementar, elija el 
componente de prueba y un menú para realizar una acción o elija Implementar el modelo.
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Note

Para implementar un modelo a través de SageMaker Studio mediante este ejemplo de 
cuaderno, agregue una línea al final de la función train en el script train.py.

# In the train.py script, look for the train function in line 58.
def train(epochs, batch_size, learning_rate): 
    ... 
        print('acc:{:.4f}'.format(correct/total)) 
        hook.save_scalar("accuracy", correct/total, sm_metric=True) 

    # Add the following code to line 128 of the train.py script to save the 
 pruned models 
    # under the current SageMaker Studio model directory 
     torch.save(model.state_dict(), os.environ['SM_MODEL_DIR'] + '/model.pt')
            

Uso del depurador de SageMaker para supervisar un entrenamiento de modelo de autocodificador 
convolucional

Este cuaderno muestra cómo el depurador de SageMaker visualiza los tensores desde un proceso 
de aprendizaje no supervisado (o autosupervisado) en un conjunto de datos de imágenes MNIST de 
números manuscritos.

El modelo de entrenamiento en este bloc de notas es un autocodificador convolucional con el marco 
MXNet. El autocodificador convolucional tiene una red neuronal convolucional que consta en una 
parte codificadora y una parte decodificadora.

El codificador de este ejemplo tiene dos capas de convolución para producir una representación 
comprimida (variables latentes) de las imágenes de entrada. En este caso, el codificador produce 
una variable latente de tamaño (1, 20) a partir de una imagen de entrada original de tamaño (28, 28) 
y reduce significativamente el tamaño de los datos para el entrenamiento en 40 veces.

El decodificador tiene dos capas deconvolucionales y garantiza que las variables latentes preserven 
la información clave mediante la reconstrucción de imágenes de salida.
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El codificador convolucional potencia algoritmos de agrupamiento con menor tamaño de datos de 
entrada, así como el rendimiento de algoritmos de agrupamiento como k-means, k-NN y t-Distributed 
Stochastic Neighbor Embedding (t-SNE).

Este ejemplo de cuaderno muestra cómo visualizar las variables latentes mediante el depurador, 
como se muestra en la siguiente animación. También muestra cómo el algoritmo t-SNE clasifica las 
variables latentes en diez clústeres y las proyecta en un espacio bidimensional. El esquema de color 
del gráfico de dispersión en el lado derecho de la imagen refleja los valores verdaderos para mostrar 
lo bien que el modelo BERT y el algoritmo t-SNE organizan las variables latentes en los clústeres.

Uso del depurador de SageMaker para supervisar la atención en el entrenamiento de modelos BERT

Las Representaciones de codificador bidireccional de transformadores (BERT) constituyen un 
modelo de representación del lenguaje. Como refleja el nombre del modelo, BERT se basa en la
transferencia del aprendizaje y el modelo de transformadores para el procesamiento de lenguaje 
natural (NLP).

El modelo BERT está preentrenado en tareas no supervisadas como predicción de palabras 
ausentes en una oración o predicción de la siguiente oración que seguiría naturalmente a una 
oración anterior. Los datos de entrenamiento contienen 3300 millones de palabras (tokens) de texto 
en inglés, como Wikipedia y libros electrónicos. Para un ejemplo sencillo, el modelo BERT puede 
prestar gran atención a los tokens de verbo o tokens de pronombre apropiados de un token de 
sujeto.
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El modelo BERT preentrenado se puede ajustar con una capa de salida adicional para lograr un 
entrenamiento de modelo de vanguardia en tareas de NLP, como respuestas automatizadas a 
preguntas y clasificación de textos entre muchas otras.

El depurador recopila los tensores del proceso de ajuste. En el contexto de NLP, el peso de las 
neuronas se denomina atención.

Este cuaderno muestra cómo utilizar el  modelo BERT preentrenado de la colección de modelos 
GluonNLP en el conjunto de datos de preguntas y respuestas de Stanford y cómo configurar el 
depurador de SageMaker para supervisar el trabajo de entrenamiento.

La representación de puntuaciones de atención y neuronas individuales en la consulta y vectores 
clave puede ayudar a identificar las causas de predicciones de modelos incorrectas. Con el 
depurador de SageMaker, puede recuperar fácilmente los tensores y representar gráficamente la
vista attention-head en tiempo real a medida que progresa el entrenamiento y entiende lo que el 
modelo está aprendiendo.

La siguiente animación muestra las puntuaciones de atención de los primeros 20 tokens de entrada 
para diez iteraciones en el trabajo de entrenamiento proporcionado en el ejemplo del bloc de notas.
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Uso del depurador de SageMaker para visualizar mapas de activación de clases en redes 
neuronales convolucionales (CNN)

Este cuaderno muestra cómo utilizar el depurador de SageMaker para trazar mapas de activación 
de clases para la detección y clasificación de imágenes en redes neuronales convolucionales (CNN). 
En el aprendizaje profundo, una red neuronal convolucional (CNN o ConvNet) es una clase de redes 
neuronales profundas que suele aplicarse al análisis de imágenes visuales. Una de las aplicaciones 
que adopta los mapas de activación de clases son los vehículos sin conductor, que requieren 
detección y clasificación de imágenes instantánea como señales de tráfico, carreteras y obstáculos.

En este bloc de notas, el modelo ResNet de PyTorch está entrenado en el conjunto de datos de 
señales de tráfico alemán, que contiene más de 40 clases de objetos relacionados con el tráfico y 
más de 50 000 imágenes en total.

Durante el proceso de entrenamiento, el depurador de SageMaker recoge tensores para representar 
gráficamente los mapas de activación de clases en tiempo real. Como se muestra en la imagen 
animada, el mapa de activación de clases (también llamado mapa de prominencia) resalta regiones 
con alta activación en color rojo.

Con los tensores capturados por el depurador, puede visualizar cómo evoluciona el mapa de 
activación durante el entrenamiento del modelo. El modelo comienza detectando el borde en 
la esquina inferior izquierda al comienzo del trabajo de entrenamiento. A medida que avanza el 
entrenamiento, el enfoque se desplaza hacia el centro y detecta la señal de límite de velocidad y el 
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modelo predice con éxito la imagen de entrada como Clase 3, que es una clase de señal de límite de 
velocidad de 60 km/h, con un nivel de confianza del 97 %.

Depure trabajos de entrenamiento con el depurador de Amazon SageMaker

Para preparar el script de entrenamiento y ejecutar los trabajos de entrenamiento con el depurador 
de SageMaker para depurar el progreso del entrenamiento del modelo, siga el proceso típico de 
dos pasos: modifique su script de entrenamiento con el sagemaker-debugger Python SDK y cree 
un estimador de SageMaker con el SageMaker Python SDK. Consulte los siguientes temas para 
aprender a utilizar la funcionalidad de depuración del depurador de SageMaker.

Temas

• Paso 1: Adapte su script de entrenamiento para registrar un enlace

• Paso 2: Inicie y depure los trabajos de entrenamiento con el SageMaker Python SDK.

• Informe interactivo del depurador de SageMaker para XGBoost

• Acciones sobre las reglas en el depurador de Amazon SageMaker

• Visualizar los tensores de salida del depurador Amazon SageMaker en TensorBoard

Paso 1: Adapte su script de entrenamiento para registrar un enlace

El depurador de Amazon SageMaker incluye una biblioteca cliente denominada sagemaker-
debugger Python SDK. El sagemaker-debugger Python SDK proporciona herramientas para 
adaptar el script de entrenamiento antes del entrenamiento y herramientas de análisis después 
del entrenamiento. En esta página, aprenderá a adaptar su script de entrenamiento mediante la 
biblioteca cliente.

El sagemaker-debugger Python SDK proporciona funciones envolventes que ayudan a registrar 
un enlace para extraer los tensores del modelo, sin alterar el script de entrenamiento. Para empezar 
a recopilar los tensores de salida del modelo y depurarlos para detectar problemas de entrenamiento, 
realice las siguientes modificaciones en su script de entrenamiento.

Tip

Mientras siga en esta página, utilice la sagemaker-debugger documentación de SDK de 
código abierto  para las referencias de la API.

Temas
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• Adaptar su script de entrenamiento de PyTorch

• Adapte su script de entrenamiento de TensorFlow

Adaptar su script de entrenamiento de PyTorch

Para empezar a recopilar los tensores de salida del modelo y depurar los problemas de 
entrenamiento, realice las siguientes modificaciones en su script de entrenamiento de PyTorch.

Para PyTorch 1.12.0

Si trae un script de entrenamiento de PyTorch, puede ejecutar el trabajo de entrenamiento y 
extraer los tensores de salida del modelo con algunas líneas de código adicionales en su script de 
entrenamiento. Debe usar las API de enlace de la biblioteca cliente sagemaker-debugger. Siga las 
siguientes instrucciones que desglosan los pasos con ejemplos de código.

1. Creación de un enlace.

(Recomendado) Para trabajos de entrenamiento en SageMaker

import smdebug.pytorch as smd
hook=smd.get_hook(create_if_not_exists=True)

Al lanzar un trabajo de entrenamiento en the section called “Paso 2: Inicie y depure los trabajos 
de entrenamiento con el SageMaker Python SDK.” con cualquiera de los DebuggerHookConfig, 
TensorBoardConfig o Rules de su estimador, SageMaker añade un archivo de configuración 
JSON a su instancia de entrenamiento que recogido por la función get_hook. Tenga en cuenta 
que si no incluye ninguna de las API de configuración en su estimador, el enlace no podrá 
encontrar ningún archivo de configuración y la función devolverá None.

(Opcional) Para trabajos de entrenamiento ajenos a SageMaker

Si ejecuta trabajos de entrenamiento en modo local, directamente en instancias de SageMaker 
Notebook, instancias de Amazon EC2 o sus propios dispositivos locales, utilice la clase smd.Hook
para crear un enlace. Sin embargo, este enfoque solo puede almacenar las colecciones de 
tensores y puede usarse para visualizar TensorBoard. Las reglas integradas del depurador de 
SageMaker no funcionan con el modo local porque las reglas requieren que las instancias de 
entrenamiento de SageMaker ML y S3 almacenen los resultados de las instancias remotas en 
tiempo real. En este caso, la API smd.get_hook devolverá None.
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Si quiere crear un enlace manual para guardar los tensores en modo local, use el siguiente 
fragmento de código con la lógica para comprobar si la API smd.get_hook devuelve None y 
cree un enlace manual con la clase smd.Hook. Tenga en cuenta que puede especificar cualquier 
directorio de salida en su máquina local.

import smdebug.pytorch as smd
hook=smd.get_hook(create_if_not_exists=True)

if hook is None: 
    hook=smd.Hook( 
        out_dir='/path/to/your/local/output/', 
        export_tensorboard=True 
    )

2. Encapsule su modelo con los métodos de clase del enlace.

El método hook.register_module() toma el modelo y recorre cada capa en iteración, 
buscando tensores que coincidan con las expresiones regulares que proporcionarás a lo largo de 
la configuración en the section called “Paso 2: Inicie y depure los trabajos de entrenamiento con el 
SageMaker Python SDK.”. Los tensores que pueden recopilarse mediante este método de enlace 
son ponderaciones, sesgos, activaciones, gradientes, entradas y salidas.

hook.register_module(model)

Tip

Si recopila todos los tensores de salida de un modelo de aprendizaje profundo de gran 
tamaño, el tamaño total de esas colecciones puede crecer exponencialmente y provocar 
cuellos de botella. Si desea guardar tensores específicos, también puede utilizar el método
hook.save_tensor(). Este método le ayudará a elegir la variable para el tensor 
específico y guardarla en una colección personalizada con el nombre que quiera. Para 
obtener más información sobre este paso, consulte el paso 7.

3. Encapsule la función de pérdida con los métodos de clase del enlace.

El método hook.register_loss consiste en ajustar la función de pérdida. Extrae todos los 
valores de pérdida cada save_interval que haya establecido durante la configuración the 
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section called “Paso 2: Inicie y depure los trabajos de entrenamiento con el SageMaker Python 
SDK.”, y los guarda en la colección "losses".

hook.register_loss(loss_function)

4. Añada hook.set_mode(ModeKeys.TRAIN) al bloque de trenes. Esto indica que la colección de 
tensores se extrae durante la fase de entrenamiento.

def train(): 
    ... 
    hook.set_mode(ModeKeys.TRAIN)

5. Añada hook.set_mode(ModeKeys.EVAL) al bloque de validación. Esto indica que la colección 
de tensores se extrae durante la fase de validación.

def validation(): 
    ... 
    hook.set_mode(ModeKeys.EVAL)

6. Utilice hook.save_scalar() para guardar escalares personalizados. Puede guardar valores 
escalares que no estén en el modelo. Por ejemplo, si desea registrar los valores de precisión 
calculados durante la evaluación, añada la siguiente línea de código debajo de la línea en la que 
calcula la precisión.

hook.save_scalar("accuracy", accuracy)

Tenga en cuenta que debe proporcionar una cadena como primer argumento para nombrar la 
colección escalar personalizada. Este es el nombre que se usará para visualizar los valores 
escalares en TensorBoard y puede ser cualquier cadena que quiera.

7. Utilice hook.save_tensor() para guardar tensores personalizados. Del mismo modo que
hook.save_scalar(), puede guardar tensores adicionales y definir su propia colección de 
tensores. Por ejemplo, puede extraer los datos de imagen de entrada que se pasan al modelo 
y guardarlos como un tensor personalizado añadiendo la siguiente línea de código, donde
"images" es un nombre de ejemplo del tensor personalizado, image_inputs es una variable de 
ejemplo para los datos de la imagen de entrada.

hook.save_tensor("images", image_inputs)
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Tenga en cuenta que debe proporcionar una cadena al primer argumento para nombrar el tensor 
personalizado. hook.save_tensor() tiene el tercer argumento collections_to_write para 
especificar la colección de tensores para guardar el tensor personalizado. El valor predeterminado 
es collections_to_write="default". Si no especifica explícitamente el tercer argumento, 
el tensor personalizado se guardará en la colección de tensores "default".

Cuando haya terminado de adaptar su script de entrenamiento, continúe con the section called “Paso 
2: Inicie y depure los trabajos de entrenamiento con el SageMaker Python SDK.”.

Adapte su script de entrenamiento de TensorFlow

Para empezar a recopilar los tensores de salida del modelo y depurar los problemas de 
entrenamiento, realice las siguientes modificaciones en su script de entrenamiento de TensorFlow.

Cree un enlace para trabajos de entrenamiento en SageMaker

import smdebug.tensorflow as smd

hook=smd.get_hook(hook_type="keras", create_if_not_exists=True) 

Esto crea un enlace al iniciar un trabajo de entrenamiento de SageMaker. Al lanzar un trabajo de 
entrenamiento the section called “Paso 2: Inicie y depure los trabajos de entrenamiento con el 
SageMaker Python SDK.” con cualquiera de los DebuggerHookConfigTensorBoardConfig
o Rules de su estimador, SageMaker añade un archivo de configuración JSON a la instancia de 
entrenamiento que es recogido por el método smd.get_hook. Tenga en cuenta que si no incluye 
ninguna de las API de configuración en su estimador, el enlace no podrá encontrar ningún archivo de 
configuración y la función devolverá None.

(Opcional) Cree un enlace para trabajos de entrenamiento ajenos a SageMaker

Si ejecuta trabajos de entrenamiento en modo local, directamente en instancias de SageMaker 
Notebook, instancias de Amazon EC2 o sus propios dispositivos locales, utilice la clase smd.Hook
para crear un enlace. Sin embargo, este enfoque solo puede almacenar las colecciones de tensores 
y puede usarse para visualizar TensorBoard. Las reglas integradas del depurador de SageMaker no 
funcionan con el modo local. En este caso, el método smd.get_hook también devuelve None.

Si quiere crear un enlace manual, utilice el siguiente fragmento de código con la lógica para 
comprobar si el enlace devuelve None y cree un enlace manual con la clase smd.Hook.
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import smdebug.tensorflow as smd

hook=smd.get_hook(hook_type="keras", create_if_not_exists=True)  

if hook is None: 
    hook=smd.KerasHook( 
        out_dir='/path/to/your/local/output/', 
        export_tensorboard=True 
    )

Después de añadir el código de creación del enlace, siga con el siguiente tema para TensorFlow 
Keras.

Note

Actualmente, el depurador de SageMaker solo es compatible con TensorFlow Keras.

Registre el enlace en su script de entrenamiento de TensorFlow Keras

El siguiente procedimiento le explica cómo usar el enlace y sus métodos para recopilar escalares y 
tensores de salida de su modelo y optimizador.

1. Incluya el modelo y el optimizador de Keras con los métodos de clase del enlace.

El método hook.register_model() toma el modelo e itera por cada capa, buscando tensores 
que coincidan con las expresiones regulares que proporcionarás a lo largo de la configuración 
en the section called “Paso 2: Inicie y depure los trabajos de entrenamiento con el SageMaker 
Python SDK.”. Los tensores que se pueden recopilar mediante este método de enlace son las 
ponderaciones, los sesgos y las activaciones.

model=tf.keras.Model(...)
hook.register_model(model)

2. Encapsule el optimizador según el método hook.wrap_optimizer().

optimizer=tf.keras.optimizers.Adam(...)
optimizer=hook.wrap_optimizer(optimizer)

3. Compile el modelo en modo Eager en TensorFlow.
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Para recopilar los tensores del modelo, como los tensores de entrada y salida de cada capa, debe 
ejecutar el entrenamiento en modo Eager. De lo contrario, el depurador de SageMaker no podrá 
recopilar los tensores. Sin embargo, es posible recopilar otros tensores, como las ponderaciones 
del modelo, los sesgos y la pérdida, sin ejecutarlos explícitamente en modo Eager.

model.compile( 
    loss="categorical_crossentropy",  
    optimizer=optimizer,  
    metrics=["accuracy"], 
    # Required for collecting tensors of each layer 
    run_eagerly=True
)

4. Registre el enlace al método tf.keras.Model.fit().

Para recopilar los tensores de los enlaces que haya registrado, agregue callbacks=[hook] al 
método de la clase model.fit() Keras. De este modo, el enlace sagemaker-debugger se 
transferirá como retrollamada de Keras.

model.fit( 
    X_train, Y_train, 
    batch_size=batch_size, 
    epochs=epoch, 
    validation_data=(X_valid, Y_valid), 
    shuffle=True,  
    callbacks=[hook]
)

5. TensorFlow 2.x solo proporciona variables de gradiente simbólicas que no proporcionan 
acceso a sus valores. Para recopilar gradientes, encapsule tf.GradientTape con el método
hook.wrap_tape(), que requiere que escriba su propio paso de entrenamiento de la siguiente 
manera.

def training_step(model, dataset): 
     with hook.wrap_tape(tf.GradientTape()) as tape:
        pred=model(data) 
        loss_value=loss_fn(labels, pred) 
    grads=tape.gradient(loss_value, model.trainable_variables) 
    optimizer.apply_gradients(zip(grads, model.trainable_variables))
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Al encapsular la cinta, el enlace sagemaker-debugger puede identificar los tensores de salida, 
como los gradientes, los parámetros y las pérdidas. Al encapsular la cinta, se garantiza que el 
método hook.wrap_tape() en torno a las funciones del objeto de la cinta, como push_tape(),
pop_tape() y gradient(), configurará los grabadores del depurador de SageMaker y guardará 
los tensores que se proporcionan como entrada a gradient() (variables y pérdidas que pueden 
entrenarse) y salida de gradient() (gradientes).

Note

Para recopilar información con un ciclo de entrenamiento personalizado, asegúrese de 
usar el modo Eager. De lo contrario, el depurador de SageMaker no podrá recopilar 
ningún tensor.

Para obtener una lista completa de las acciones que ofrecen las API del enlace sagemaker-
debugger para crear enlaces y guardar tensores, consulte Métodos de enlace en la sagemaker-
debuggerdocumentación del Python SDK.

Cuando haya terminado de adaptar su script de entrenamiento, continúe con the section called “Paso 
2: Inicie y depure los trabajos de entrenamiento con el SageMaker Python SDK.”.

Paso 2: Inicie y depure los trabajos de entrenamiento con el SageMaker Python SDK.

Para configurar un estimador de SageMaker con el depurador de SageMaker, utilice el Amazon 
SageMaker Python SDK y especifique los parámetros específicos del depurador. Para aprovechar al 
máximo la funcionalidad de depuración, debe configurar tres parámetros debugger_hook_config,
tensorboard_output_config y rules.

Important

Antes de crear y ejecutar el método de ajuste del estimador para lanzar un trabajo de 
entrenamiento, asegúrese de adaptar el script de entrenamiento siguiendo las instrucciones 
que se indican en the section called “Paso 1: Adapte su script de entrenamiento para 
registrar un enlace”.
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Cree un estimador de SageMaker con parámetros específicos del depurador

En los ejemplos de código de esta sección, se muestra cómo crear un estimador de SageMaker con 
parámetros específicos del depurador.

Note

Los siguientes ejemplos de código son plantillas para crear los estimadores del marco 
SageMaker y no pueden ejecutarse directamente. Debe continuar con las siguientes 
secciones y configurar los parámetros específicos del depurador.

PyTorch

# An example of constructing a SageMaker PyTorch estimator
import boto3
import sagemaker
from sagemaker.pytorch import PyTorch
from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

session=boto3.session.Session()
region=session.region_name

debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule())
]

estimator=PyTorch( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.12.0", 
    py_version="py37", 
     
    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)
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estimator.fit(wait=False)

TensorFlow

# An example of constructing a SageMaker TensorFlow estimator
import boto3
import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

session=boto3.session.Session()
region=session.region_name

debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule()), 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=TensorFlow( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 
     
    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)

estimator.fit(wait=False)

MXNet

# An example of constructing a SageMaker MXNet estimator
import sagemaker
from sagemaker.mxnet import MXNet
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from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule())
]

estimator=MXNet( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.7.0", 
    py_version="py37", 
     
    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)

estimator.fit(wait=False)

XGBoost

# An example of constructing a SageMaker XGBoost estimator
import sagemaker
from sagemaker.xgboost.estimator import XGBoost
from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule())
]

estimator=XGBoost( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
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    framework_version="1.5-1", 

    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)

estimator.fit(wait=False)

Generic estimator

# An example of constructing a SageMaker generic estimator using the XGBoost 
 algorithm base image
import boto3
import sagemaker
from sagemaker.estimator import Estimator
from sagemaker import image_uris
from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule())
]

region=boto3.Session().region_name
xgboost_container=sagemaker.image_uris.retrieve("xgboost", region, "1.5-1")

estimator=Estimator( 
    role=sagemaker.get_execution_role() 
    image_uri=xgboost_container, 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.m5.2xlarge", 
     
    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)

estimator.fit(wait=False)
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Configure los siguientes parámetros para activar el depurador de SageMaker.

• debugger_hook_config(un objeto de DebuggerHookConfig): necesario para activar el enlace 
en el script de entrenamiento adaptado durante el the section called “Paso 1: Adapte su script de 
entrenamiento para registrar un enlace”, configurar el lanzador de entrenamiento (estimador) de 
SageMaker para recopilar los tensores de salida de su trabajo de entrenamiento y guardar los 
tensores en un bucket de S3 protegido o en una máquina local. Si quiere aprender a configurar 
el parámetro debugger_hook_config, consulte Configurar el depurador de SageMaker para 
guardar los tensores.

• rules(una lista de objetos Rule): configure este parámetro para activar las reglas integradas 
del depurador de SageMaker que quiera ejecutar en tiempo real. Las reglas integradas son 
lógicas que depuran automáticamente el progreso del entrenamiento del modelo y detectan 
los problemas de entrenamiento mediante el análisis de los tensores de salida guardados en el 
depósito protegido de S3. Si quiere aprender a configurar el parámetro rules, consulte Configurar 
reglas integradas del depurador. Para obtener una lista completa de las reglas integradas para 
depurar los tensores de salida, consulte the section called “Regla de depurador”. Si quiere crear 
su propia lógica para detectar cualquier problema de entrenamiento, consulte the section called 
“Creación de reglas personalizadas”.

Note

Las reglas integradas solo están disponibles a través de las instancias de entrenamiento 
de SageMaker. No puede utilizarlas en modo local.

• tensorboard_output_config(un objeto de TensorBoardOutputConfig): configure 
el depurador de SageMaker para recopilar los tensores de salida en un formato compatible 
con TensorBoard y guardarlos en la ruta de salida de S3 especificada en el objeto
TensorBoardOutputConfig. Para obtener más información, consulte the section called 
“Visualizar los tensores de salida del depurador en TensorBoard”.

Note

El tensorboard_output_config debe configurarse con el parámetro
debugger_hook_config, que también requiere que adapte el script de entrenamiento 
añadiendo el enlace sagemaker-debugger.
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Note

El depurador de SageMaker guarda de forma segura los tensores de salida 
en las subcarpetas del bucket de S3. Por ejemplo, el formato del URI del 
bucket de S3 predeterminado de su cuenta es s3://sagemaker-<region>-
<12digit_account_id>/<base-job-name>/<debugger-subfolders>/. Existen dos 
subcarpetas creadas por el depurador de SageMaker: debug-output y rule-output. 
Si añade el parámetro tensorboard_output_config, también encontrará la carpeta
tensorboard-output.

Consulte los siguientes temas para encontrar más ejemplos de cómo configurar en detalle los 
parámetros específicos del depurador.

Temas

• Configurar el depurador de SageMaker para guardar los tensores

• Configurar reglas integradas del depurador

• Desactivar el depurador

• Classmethods útiles del estimador de SageMaker para el depurador

Configurar el depurador de SageMaker para guardar los tensores

Los tensores son recopilaciones de datos de parámetros actualizados de los pasos hacia atrás y 
hacia adelante de cada iteración de entrenamiento. El depurador de SageMaker recopila los tensores 
de salida para analizar el estado de un trabajo de entrenamiento. Las operaciones del depurador de 
SageMaker CollectionConfig y las operaciones de la API DebuggerHookConfig proporcionan 
métodos para agrupar los tensores en colecciones y guardarlos en un bucket de S3 de destino.

Note

Una vez configurados y activados correctamente, el depurador de SageMaker guarda los 
tensores de salida en un bucket de S3 predeterminado, a menos que se especifique lo 
contrario. El formato del URI del bucket de S3 predeterminado es s3://sagemaker-
<region>-<12digit_account_id>/<training-job-name>/debug-output/.
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Active el depurador de SageMaker especificando el parámetro debugger_hook_config
mientras crea un estimador de SageMaker. Los siguientes pasos incluyen ejemplos de cómo 
configurar debugger_hook_config mediante las operaciones de la API CollectionConfig y
DebuggerHookConfig para extraer tensores de los trabajos de entrenamiento y guardarlos.

Configurar las colecciones de tensores mediante la API CollectionConfig

Utilice la operación de la API CollectionConfig para configurar las colecciones de tensores. 
El depurador proporciona colecciones de tensores prediseñadas que cubren una variedad de 
expresiones regulares (regex) de parámetros si se utilizan marcos de aprendizaje profundo y 
algoritmos de machine learning compatibles con el depurador. Añada las colecciones de tensores 
integradas que quiera depurar tal como se muestra en el siguiente código de ejemplo.

from sagemaker.debugger import CollectionConfig

collection_configs=[ 
    CollectionConfig(name="weights"), 
    CollectionConfig(name="gradients")
]

Las colecciones anteriores configuraron el enlace del depurador para guardar los tensores cada 500 
pasos en función del valor predeterminado "save_interval".

Para obtener una lista completa de las colecciones integradas del depurador disponibles, consulte
Colecciones integradas del depurador.

Si quiere personalizar las colecciones integradas, como cambiar los intervalos de guardado y tensor 
regex, utilice la siguiente plantilla CollectionConfig para ajustar los parámetros.

from sagemaker.debugger import CollectionConfig

collection_configs=[ 
    CollectionConfig( 
        name="tensor_collection", 
        parameters={ 
            "key_1": "value_1", 
            "key_2": "value_2", 
            ... 
            "key_n": "value_n" 
        } 
    )
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]

Para obtener más información sobre las claves de parámetros disponibles, consulte CollectionConfig
en el Amazon SageMaker Python SDK. Por ejemplo, el siguiente ejemplo de código muestra cómo 
ajustar los intervalos de almacenamiento de la colección de tensores de «pérdidas» en las distintas 
fases del entrenamiento: ahorrar pérdidas cada 100 pasos en la fase de entrenamiento y pérdidas de 
validación cada 10 pasos en la fase de validación.

from sagemaker.debugger import CollectionConfig

collection_configs=[ 
    CollectionConfig( 
        name="losses", 
        parameters={ 
            "train.save_interval": "100", 
            "eval.save_interval": "10" 
        } 
    )
]

Tip

Este objeto de configuración de la colección de tensores se puede utilizar tanto para las 
operaciones de la API DebuggerHookConfig como Rule.

Configure la API DebuggerHookConfig para guardar los tensores

Use la API DebuggerHookConfig para crear un objeto debugger_hook_config con el objeto
collection_configs que haya creado en el paso anterior.

from sagemaker.debugger import DebuggerHookConfig

debugger_hook_config=DebuggerHookConfig( 
    collection_configs=collection_configs
)

El depurador guarda los tensores de salida del entrenamiento del modelo en el bucket de S3 
predeterminado. El formato del URI del bucket de S3 predeterminado es s3://sagemaker-
<region>-<12digit_account_id>/<training-job-name>/debug-output/.
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Si quiere especificar un URI del bucket de S3 exacto, use el siguiente ejemplo de código:

from sagemaker.debugger import DebuggerHookConfig

debugger_hook_config=DebuggerHookConfig( 
    s3_output_path="specify-your-s3-bucket-uri" 
    collection_configs=collection_configs
)

Para obtener más información, consulte DebuggerHookConfig en el Amazon SageMaker Python 
SDK.

Ejemplos de cuadernos y ejemplos de código para configurar el enlace del depurador

Las siguientes secciones proporcionan cuadernos y ejemplos de código sobre cómo usar el enlace 
del depurador para guardar, acceder y visualizar los tensores de salida.

Temas

• Ejemplos de cuadernos de visualización de tensores

• Guardar tensores con colecciones integradas del depurador

• Guardar tensores con colecciones integradas del depurador

• Guardar tensores mediante colecciones personalizadas del depurador

Ejemplos de cuadernos de visualización de tensores

Los siguientes dos ejemplos de cuaderno muestran un uso avanzado del depurador de Amazon 
SageMaker para visualizar tensores. El depurador proporciona una visión transparente del 
entrenamiento de modelos de aprendizaje profundo.

• Análisis interactivo de tensores en el cuaderno de SageMaker Studio con MXNet

Este ejemplo de cuaderno muestra cómo visualizar los tensores guardados con el depurador de 
Amazon SageMaker. Al visualizar los tensores, podrá ver cómo cambian los valores del tensor 
mientras se entrena algoritmos de aprendizaje profundo. Este cuaderno incluye un trabajo de 
entrenamiento con una red neuronal mal configurada y utilizará el depurador Amazon SageMaker 
para agregar y analizar tensores, entre ellos, gradientes, salidas de activación y ponderaciones. 
Por ejemplo, el gráfico siguiente muestra la distribución de gradientes de una capa convolucional 
que sufre un problema de desaparición de gradiente.
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Este cuaderno también ilustra cómo una buena configuración inicial de hiperparámetros mejora el 
proceso de entrenamiento al generar los mismos gráficos de distribución de tensores.

• Visualización y depuración de tensores desde el entrenamiento del modelo MxNet

Este ejemplo de cuaderno muestra cómo guardar y visualizar tensores desde un trabajo de 
entrenamiento del modelo MxNet Gluon mediante el depurador de Amazon SageMaker. Verá que 
el depurador está configurado para guardar todos los tensores en un bucket de S3 y recupera las 
salidas de activación ReLu para la visualización. La siguiente figura muestra una visualización 
tridimensional de las salidas de activación ReLu. La combinación de colores se establece en azul 
para indicar valores cercanos a 0 y en amarillo para indicar valores cercanos a 1.
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En este cuaderno, la clase TensorPlot importada desde tensor_plot.py está diseñada 
para trazar redes neuronales convolucionales (CNN) que toman imágenes bidimensionales para 
las entradas. El script tensor_plot.py viene proporcionado con el cuaderno para recuperar 
tensores mediante el depurador y visualizar la CNN. Puede ejecutar este cuaderno en SageMaker 
Studio para reproducir la visualización del tensor e implementar su propio modelo de red neuronal 
convolucional.

• Análisis de tensores en tiempo real en un cuaderno de SageMaker con MXNet

En este ejemplo, se explica cómo instalar los componentes necesarios para emitir tensores en 
un trabajo de entrenamiento de Amazon SageMaker y cómo utilizar las operaciones de la API 
del depurador para acceder a esos tensores mientras se está realizando el entrenamiento. Un 
modelo CNN de gluones se entrena en el conjunto de datos Fashion MNIST. Mientras se ejecuta 
el trabajo, verá cómo el depurador recupera los resultados de activación de la primera capa 
convolucional de cada uno de los 100 lotes y los visualiza. Asimismo, esto le mostrará cómo 
visualizar las ponderaciones cuando haya concluido el trabajo.
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Guardar tensores con colecciones integradas del depurador

Puede usar colecciones integradas de tensores usando la API CollectionConfig y guardarlas 
usando la API DebuggerHookConfig. El siguiente ejemplo muestra cómo utilizar la configuración 
predeterminada de las configuraciones del enlace del depurador para crear un estimador de 
SageMaker TensorFlow. También puede utilizarlo para los estimadores MXNet, PyTorch y XGBoost.

Note

En el siguiente código de ejemplo, el parámetro s3_output_path es opcional para
DebuggerHookConfig es opcional. Si no lo especifica, el depurador guarda los tensores 
en s3://<output_path>/debug-output/, donde <output_path> es la ruta de salida 
predeterminada de los trabajos de entrenamiento de SageMaker. Por ejemplo:

"s3://sagemaker-us-east-1-111122223333/sagemaker-debugger-training-YYYY-MM-DD-
HH-MM-SS-123/debug-output"

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import DebuggerHookConfig, CollectionConfig

# use Debugger CollectionConfig to call built-in collections
collection_configs=[ 
        CollectionConfig(name="weights"), 
        CollectionConfig(name="gradients"), 
        CollectionConfig(name="losses"), 
        CollectionConfig(name="biases") 
    ]

# configure Debugger hook
# set a target S3 bucket as you want
sagemaker_session=sagemaker.Session()
BUCKET_NAME=sagemaker_session.default_bucket()
LOCATION_IN_BUCKET='debugger-built-in-collections-hook'

hook_config=DebuggerHookConfig( 
    s3_output_path='s3://{BUCKET_NAME}/{LOCATION_IN_BUCKET}'. 
                    format(BUCKET_NAME=BUCKET_NAME,  
                           LOCATION_IN_BUCKET=LOCATION_IN_BUCKET), 
    collection_configs=collection_configs
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)

# construct a SageMaker TensorFlow estimator
sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name='debugger-demo-job', 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 
     
    # debugger-specific hook argument below 
    debugger_hook_config=hook_config
)

sagemaker_estimator.fit()

Para ver una lista de colecciones integradas en el depurador, consulte Colecciones integradas en el 
depurador.

Guardar tensores con colecciones integradas del depurador

Puede modificar las colecciones integradas del depurador mediante la operación de la API
CollectionConfig. El siguiente ejemplo muestra cómo modificar la colección integrada losses y 
crear un estimador de SageMaker TensorFlow. También puede usarlo para los estimadores MXNet, 
PyTorch y XGBoost.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import DebuggerHookConfig, CollectionConfig

# use Debugger CollectionConfig to call and modify built-in collections
collection_configs=[ 
    CollectionConfig( 
                name="losses",  
                parameters={"save_interval": "50"})]

# configure Debugger hook
# set a target S3 bucket as you want
sagemaker_session=sagemaker.Session()
BUCKET_NAME=sagemaker_session.default_bucket()
LOCATION_IN_BUCKET='debugger-modified-collections-hook'
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hook_config=DebuggerHookConfig( 
    s3_output_path='s3://{BUCKET_NAME}/{LOCATION_IN_BUCKET}'. 
                    format(BUCKET_NAME=BUCKET_NAME,  
                           LOCATION_IN_BUCKET=LOCATION_IN_BUCKET), 
    collection_configs=collection_configs
)

# construct a SageMaker TensorFlow estimator
sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name='debugger-demo-job', 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 
     
    # debugger-specific hook argument below 
    debugger_hook_config=hook_config
)

sagemaker_estimator.fit()

Para obtener una lista completa de los parámetros CollectionConfig, consulte la API Debugger 
CollectionConfig.

Guardar tensores mediante colecciones personalizadas del depurador

También puede guardar una cantidad reducida de tensores en lugar de un conjunto completo de 
tensores; por ejemplo, si desea reducir la cantidad de datos guardados en el bucket de Amazon S3. 
En el ejemplo siguiente se muestra cómo personalizar la configuración del enlace del depurador para 
especificar los tensores que quiera guardar. Puede usarlo para los estimadores TensorFlow, MXNet, 
PyTorch y XGBoost.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import DebuggerHookConfig, CollectionConfig

# use Debugger CollectionConfig to create a custom collection
collection_configs=[ 
        CollectionConfig( 
            name="custom_activations_collection", 
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            parameters={ 
                "include_regex": "relu|tanh", # Required 
                "reductions": "mean,variance,max,abs_mean,abs_variance,abs_max" 
            }) 
    ] 
     
# configure Debugger hook
# set a target S3 bucket as you want
sagemaker_session=sagemaker.Session()
BUCKET_NAME=sagemaker_session.default_bucket()
LOCATION_IN_BUCKET='debugger-custom-collections-hook'

hook_config=DebuggerHookConfig( 
    s3_output_path='s3://{BUCKET_NAME}/{LOCATION_IN_BUCKET}'. 
                    format(BUCKET_NAME=BUCKET_NAME,  
                           LOCATION_IN_BUCKET=LOCATION_IN_BUCKET), 
    collection_configs=collection_configs
)

# construct a SageMaker TensorFlow estimator
sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name='debugger-demo-job', 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 
     
    # debugger-specific hook argument below 
    debugger_hook_config=hook_config
)

sagemaker_estimator.fit()

Para obtener una lista completa de los parámetros CollectionConfig, consulte Debugger 
CollectionConfig.

Configurar reglas integradas del depurador

Las reglas integradas del depurador de Amazon SageMaker analizan los tensores emitidos durante 
el entrenamiento de un modelo. El depurador de SageMaker ofrece la operación de la API Rule
que monitoriza el progreso y los errores del trabajo de entrenamiento para garantizar el éxito 
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del entrenamiento de su modelo. Por ejemplo, las reglas pueden detectar si los gradientes son 
demasiado grandes o demasiado pequeños, si un modelo está sobreajustado o sobreentrenado y si 
un trabajo de entrenamiento no reduce la pérdida de función y mejora. Para ver una lista completa de 
reglas integradas disponibles, consulte Lista de reglas integradas del depurador.

En los siguientes temas, aprenderá a utilizar las reglas integradas del depurador de SageMaker.

Temas

• Utilice las reglas integradas del depurador con los ajustes de parámetros predeterminados

• Utilice las reglas integradas del depurador con valores de parámetros personalizados

• Ejemplos de cuadernos y ejemplos de código para configurar las reglas del depurador

Utilice las reglas integradas del depurador con los ajustes de parámetros predeterminados

Para especificar las reglas integradas del depurador en un estimador, debe configurar un objeto de la 
lista. El siguiente código de ejemplo muestra la estructura básica de la lista de las reglas integradas 
del depurador:

from sagemaker.debugger import Rule, rule_configs

rules=[ 
    Rule.sagemaker(rule_configs.built_in_rule_name_1()), 
    Rule.sagemaker(rule_configs.built_in_rule_name_2()), 
    ... 
    Rule.sagemaker(rule_configs.built_in_rule_name_n()), 
    ... # You can also append more profiler rules in the 
 ProfilerRule.sagemaker(rule_configs.*()) format.
]

Para obtener más información sobre los valores de los parámetros predeterminados y las 
descripciones de la regla integrada, consulteLista de reglas integradas del depurador.

Para encontrar la referencia de la API del depurador de SageMaker consulte
sagemaker.debugger.rule_configs y sagemaker.debugger.Rule.

Por ejemplo, para inspeccionar el rendimiento general del entrenamiento y el progreso del modelo, 
cree un estimador SageMaker con la siguiente configuración de reglas integradas.

from sagemaker.debugger import Rule, rule_configs
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rules=[ 
    Rule.sagemaker(rule_configs.loss_not_decreasing()), 
    Rule.sagemaker(rule_configs.overfit()), 
    Rule.sagemaker(rule_configs.overtraining()), 
    Rule.sagemaker(rule_configs.stalled_training_rule())
]

Al iniciar el trabajo de entrenamiento, el depurador recopila los datos de utilización de los recursos 
del sistema cada 500 milisegundos y los valores de pérdida y precisión cada 500 pasos de forma 
predeterminada. El depurador analiza la utilización de los recursos para identificar si su modelo 
tiene problemas de cuellos de botella. El loss_not_decreasing, overfit, overtraining y
stalled_training_rule monitoriza si su modelo está optimizando la función de pérdida sin esos 
problemas de entrenamiento. Si las reglas detectan anomalías en el entrenamiento, el estado de 
evaluación de la regla cambia a IssueFound. Puede configurar acciones automatizadas, como 
notificar problemas de entrenamiento y detener los trabajos de entrenamiento mediante Eventos de 
Amazon CloudWatch y AWS Lambda. Para obtener más información, consulte Acciones sobre las 
reglas en el depurador de Amazon SageMaker.

Utilice las reglas integradas del depurador con valores de parámetros personalizados

Si desea ajustar los valores de los parámetros de las reglas integradas y personalizar la expresión 
regular de la colección de tensores, configure los parámetros rule_parameters y base_config
para los métodos de las clases ProfilerRule.sagemaker y Rule.sagemaker. En el caso 
de los métodos de la clase Rule.sagemaker, también puede personalizar las colecciones de 
tensores mediante el parámetro collections_to_save. Las instrucciones sobre cómo usar la 
clase CollectionConfig están disponibles enConfigurar las colecciones de tensores mediante la 
API CollectionConfig.

Utilice la siguiente plantilla de configuración para que las reglas integradas personalicen los valores 
de los parámetros. Al cambiar los parámetros de la regla como desee, puede ajustar la sensibilidad 
de las reglas que se vayan a activar.

• El argumento base_config es desde donde se llaman a los métodos de reglas integrados.

• El argumento rule_parameters consiste en ajustar los valores clave predeterminados de las 
reglas integradas que se enumeran en Lista de reglas integradas del depurador.

• El argumento collections_to_save adopta una configuración tensorial a través de la API
CollectionConfig, que requiere los argumentos name y parameters.
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• Para encontrar las colecciones de tensores disponibles para name, consulte Colecciones de 
tensores integrados del depurador.

• Para obtener una lista completa de parameters ajustables, consulte la API CollectionConfig del 
depurador.

Para obtener más información sobre la clase de reglas, los métodos y los parámetros del depurador, 
consulte la clase de reglas del depurador de SageMaker en el Amazon SageMaker Python SDK.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs, CollectionConfig

rules=[ 
    Rule.sagemaker( 
        base_config=rule_configs.built_in_rule_name(), 
        rule_parameters={ 
                "key": "value" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="tensor_collection_name",  
                parameters={ 
                    "key": "value" 
                }  
            ) 
        ] 
    )
]

Las descripciones de los parámetros y los ejemplos de personalización de valores vienen 
proporcionados para cada regla en Lista de reglas integradas del depurador.

Ejemplos de cuadernos y ejemplos de código para configurar las reglas del depurador

En las siguientes secciones, se proporcionan ejemplos de cuadernos y de código sobre cómo utilizar 
las reglas del depurador para monitorizar los trabajos de entrenamiento de SageMaker.

Temas

• Cuadernos de ejemplo de reglas integradas del depurador

• Código de ejemplo de reglas integradas del depurador

• Uso de reglas integradas del depurador con modificaciones de parámetros

Utilice el depurador de SageMaker 3446

https://github.com/awslabs/sagemaker-debugger/blob/master/docs/api.md#built-in-collections
https://github.com/awslabs/sagemaker-debugger/blob/master/docs/api.md#built-in-collections
https://github.com/awslabs/sagemaker-debugger/blob/master/docs/api.md#configuring-collection-using-sagemaker-python-sdk
https://github.com/awslabs/sagemaker-debugger/blob/master/docs/api.md#configuring-collection-using-sagemaker-python-sdk
https://sagemaker.readthedocs.io/en/stable/api/training/debugger.html
https://sagemaker.readthedocs.io


Amazon SageMaker Guía para desarrolladores

Cuadernos de ejemplo de reglas integradas del depurador

Los siguientes cuadernos de ejemplo muestran cómo utilizar las reglas integradas del depurador al 
ejecutar tareas de entrenamiento con Amazon SageMaker:

• Uso de una regla integrada del depurador de SageMaker con TensorFlow

• Uso de una regla integrada del depurador de SageMaker con Managed Spot Training y MXNet

• Uso de una regla integrada del depurador de SageMaker con modificaciones de parámetros para 
un análisis del trabajo de entrenamiento en tiempo real con XGBoost

Mientras ejecuta los cuadernos de ejemplo en SageMaker Studio, encontrará la versión de prueba 
del trabajo de entrenamiento creada en la pestaña Lista de experimentos de Studio. Por ejemplo, 
como se muestra en la siguiente captura de pantalla, puede buscar y abrir la ventana Describir 
componente de prueba de su trabajo de entrenamiento actual. En la pestaña Depurador, puede 
comprobar si las reglas de depurador, vanishing_gradient() y loss_not_decreasing(), 
están monitorizando la sesión de entrenamiento en paralelo. Para obtener instrucciones completas 
sobre cómo encontrar los componentes de prueba de su trabajo de entrenamiento en la interfaz 
de usuario de Studio, consulte SageMaker Studio: ver experimentos, pruebas y componentes de 
prueba.
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Hay dos maneras de utilizar las reglas integradas del depurador en el entorno de SageMaker: 
despliegue las reglas integradas a medida que estén preparadas o ajuste sus parámetros como 
desee. En los temas siguientes se muestra cómo utilizar las reglas integradas con códigos de 
ejemplo.
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Código de ejemplo de reglas integradas del depurador

El siguiente ejemplo de código muestra cómo ejecutar las reglas integradas del depurador mediante 
el método Rule.sagemaker. Para especificar las reglas integradas que desea ejecutar, utilice la 
operación de la API rules_configs para llamar a las reglas integradas. Para obtener una lista 
completa de las reglas integradas del depurador y los valores de los parámetros predeterminados, 
consulte Lista de reglas integradas del depurador.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import Rule, CollectionConfig, rule_configs

# call built-in rules that you want to use.
built_in_rules=[  
            Rule.sagemaker(rule_configs.vanishing_gradient()) 
            Rule.sagemaker(rule_configs.loss_not_decreasing())
]

# construct a SageMaker estimator with the Debugger built-in rules
sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name='debugger-built-in-rules-demo', 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 

     # debugger-specific arguments below
    rules=built_in_rules
)
sagemaker_estimator.fit()

Note

Las reglas integradas del depurador se ejecutan en paralelo con su trabajo de 
entrenamiento. El número máximo de contenedores de reglas integradas para un trabajo de 
entrenamiento es 20.
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Para obtener más información sobre la clase de reglas, los métodos y los parámetros del depurador, 
consulte la clase de reglas del depurador de SageMaker en el Amazon SageMaker Python SDK.

Para ver un ejemplo de cómo ajustar los parámetros de la regla del depurador, consulte la siguiente 
sección Uso de reglas integradas del depurador con modificaciones de parámetros.

Uso de reglas integradas del depurador con modificaciones de parámetros

El siguiente ejemplo de código muestra la estructura de las reglas integradas para ajustar los 
parámetros. En este ejemplo, el stalled_training_rule recopila la colección de tensores de
losses de un trabajo de entrenamiento cada 50 pasos y de una etapa de evaluación cada 10 pasos. 
Si el proceso de entrenamiento comienza a estancarse y no recopila las salidas de los tensores 
durante 120 segundos, stalled_training_rule detiene el trabajo de entrenamiento.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import Rule, CollectionConfig, rule_configs

# call the built-in rules and modify the CollectionConfig parameters

base_job_name_prefix= 'smdebug-stalled-demo-' + str(int(time.time()))

built_in_rules_modified=[ 
    Rule.sagemaker( 
        base_config=rule_configs.stalled_training_rule(), 
        rule_parameters={ 
                'threshold': '120', 
                'training_job_name_prefix': base_job_name_prefix, 
                'stop_training_on_fire' : 'True' 
        } 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                      "train.save_interval": "50" 
                      "eval.save_interval": "10" 
                }  
            ) 
        ] 
    )
]

# construct a SageMaker estimator with the modified Debugger built-in rule
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sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name=base_job_name_prefix, 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 

    # debugger-specific arguments below 
     rules=built_in_rules_modified
)
sagemaker_estimator.fit()

Para obtener una configuración avanzada de las reglas integradas del depurador mediante la 
API CreateTrainingJob, consulte Configuración del depurador mediante la API de Amazon 
SageMaker.

Desactivar el depurador

Si quiere desactivar el depurador por completo, realice una de las siguientes acciones:

• Antes de empezar un trabajo de entrenamiento, haga lo siguiente:

Para detener tanto la monitorización como la elaboración de perfiles, incluya el parámetro
disable_profiler en su estimador y establézcalo en True.

Warning

Si lo desactiva, no podrá ver todo el panel de información del depurador de Studio ni el 
informe de creación de perfiles generado automáticamente.

Para detener la depuración, establezca el parámetro debugger_hook_config en False.

Warning

Si lo desactiva, no podrá recopilar los tensores de salida y no podrá depurar los 
parámetros de su modelo.
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estimator=Estimator( 
    ... 
    disable_profiler=True 
    debugger_hook_config=False
)

Para obtener más información sobre los parámetros específicos del depurador, consulte el
estimador de SageMaker en el Amazon SageMaker Python SDK.

• Haga lo siguiente mientras se ejecuta un trabajo de entrenamiento:

Para deshabilitar tanto la supervisión como la creación de perfiles mientras se está ejecutando el 
trabajo de entrenamiento, utilice el siguiente classmethod del estimador:

estimator.disable_profiling()

Para deshabilitar únicamente la creación de perfiles marco y mantener la monitorización del 
sistema, utilice el método update_profiler.

estimator.update_profiler(disable_framework_metrics=true)

Para obtener más información sobre los métodos de extensión del estimador, consulte los 
classmethods estimator.disable_profiling y estimator.update_profiler en la documentación del
Amazon SageMaker Python SDK.

Classmethods útiles del estimador de SageMaker para el depurador

Los siguientes classmethods del estimador son útiles para acceder a la información del trabajo 
de entrenamiento de SageMaker y recuperar las rutas de salida de los datos de entrenamiento 
recopilados por el depurador. Los siguientes métodos se pueden ejecutar después de iniciar un 
trabajo de entrenamiento con el método estimator.fit().

• Comprobar el URI del bucket de S3 base de un trabajo de entrenamiento de SageMaker:

estimator.output_path

• Comprobar el nombre del trabajo base de un trabajo de entrenamiento de SageMaker:
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estimator.latest_training_job.job_name

• Ver la configuración completa de las operaciones de la API CreateTrainingJob de un trabajo 
de entrenamiento de SageMaker:

estimator.latest_training_job.describe()

• Consultar una lista completa de las reglas del depurador mientras se está ejecutando un trabajo de 
entrenamiento de SageMaker:

estimator.latest_training_job.rule_job_summary()

• Comprobar el URI del bucket de S3 en el que se guardan los datos de los parámetros del modelo 
(tensores de salida):

estimator.latest_job_debugger_artifacts_path()

• Comprobar el URI del bucket de S3 en el que se guardan los datos de rendimiento del modelo 
(métricas del sistema y del marco):

estimator.latest_job_profiler_artifacts_path()

• Comprobar la configuración de las reglas del depurador para la depuración de los tensores de 
salida:

estimator.debugger_rule_configs

• Consultar la lista de reglas del depurador para la depuración mientras se está ejecutando un 
trabajo de entrenamiento de SageMaker:

estimator.debugger_rules

• Para comprobar la configuración de las reglas del depurador para monitorizar y perfilar las 
métricas del sistema y del marco:

estimator.profiler_rule_configs

• Consultar la lista de reglas del depurador para la monitorización y la creación de perfiles mientras 
se está ejecutando un trabajo de entrenamiento de SageMaker:
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estimator.profiler_rules

Para obtener más información sobre la clase del estimador SageMaker y sus métodos, consulte la
API del estimador en el Amazon SageMaker Python SDK.

Informe interactivo del depurador de SageMaker para XGBoost

Reciba informes de entrenamiento generados automáticamente por el depurador. Los informes 
del depurador proporcionan información sobre sus trabajos de entrenamiento y sugieren 
recomendaciones para mejorar el rendimiento de su modelo.

Note

Puede descargar los informes de un depurador mientras se esté realizando su trabajo 
de entrenamiento o una vez finalizado el trabajo. Durante el entrenamiento, el depurador 
actualiza simultáneamente el informe para reflejar el estado de evaluación de las reglas 
actuales. Puede descargar un informe completo del depurador solo después de que se haya 
completado el trabajo de entrenamiento.

Important

En el informe, los gráficos y las recomendaciones se proporcionan con fines informativos y 
no son definitivos. Es responsabilidad suya realizar su propia evaluación independiente de la 
información.

Informe de entrenamiento sobre el depurador XGBoost de SageMaker

Para los trabajos de entrenamiento XGBoost de SageMaker, utilice la regla CreateXgboostReport
del depurador para recibir un informe de entrenamiento completo sobre el progreso y los resultados 
del entrenamiento. Siguiendo esta guía, especifique la regla CreateXgboostReport al crear un 
estimador XGBoost, descargue el informe mediante el Amazon SageMaker Python SDK o la consola 
de Amazon S3 y obtenga información sobre los resultados del entrenamiento.
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Important

En el informe, los gráficos y las recomendaciones se proporcionan con fines informativos y 
no son definitivos. Es responsabilidad suya realizar su propia evaluación independiente de la 
información.

Temas

• Cree un estimador XGBoost de SageMaker con la regla de informes XGBoost del depurador

• Descargue el informe de creación del depurador XGBoost

• Guía del informe de entrenamiento de XGBoost del depurador

Cree un estimador XGBoost de SageMaker con la regla de informes XGBoost del depurador

La regla CreateXgboostReport recopila los siguientes tensores de salida de su trabajo de 
entrenamiento:

• hyperparameters: se guarda en el primer paso.

• metrics: ahorra pérdidas y precisión cada 5 pasos.

• feature_importance: se guarda cada 5 pasos.

• predictions: se guarda cada 5 pasos.

• labels: se guarda cada 5 pasos.

Los tensores de salida se guardan en un bucket S3 predeterminado. Por ejemplo, s3://
sagemaker-<region>-<12digit_account_id>/<base-job-name>/debug-output/.

Cuando cree un estimador de SageMaker para un trabajo de entrenamiento de XGBoost, especifique 
la regla tal y como se muestra en el siguiente código de ejemplo.

Using the SageMaker generic estimator

import boto3
import sagemaker
from sagemaker.estimator import Estimator
from sagemaker import image_uris
from sagemaker.debugger import Rule, rule_configs
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rules=[ 
     Rule.sagemaker(rule_configs.create_xgboost_report())
]

region = boto3.Session().region_name
xgboost_container=sagemaker.image_uris.retrieve("xgboost", region, "1.2-1")

estimator=Estimator( 
    role=sagemaker.get_execution_role() 
    image_uri=xgboost_container, 
    base_job_name="debugger-xgboost-report-demo", 
    instance_count=1, 
    instance_type="ml.m5.2xlarge", 
     
    # Add the Debugger XGBoost report rule 
    rules=rules
)

estimator.fit(wait=False)

Descargue el informe de creación del depurador XGBoost

Descargue el informe de creación del depurador XGBoost mientras su trabajo de entrenamiento esté 
en ejecución o después de que el trabajo haya terminado con el Amazon SageMaker Python SDK y 
AWS Command Line Interface (CLI).

Download using the SageMaker Python SDK and AWS CLI

1. Compruebe el URI base de salida de S3 predeterminado del trabajo actual.

estimator.output_path

2. Compruebe el nombre del trabajo actual.

estimator.latest_training_job.job_name

3. El informe XGBoost del depurador se guarda en <default-s3-output-base-uri>/
<training-job-name>/rule-output. Configure la ruta de salida de reglas de la 
siguiente manera:
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rule_output_path = estimator.output_path + "/" + 
 estimator.latest_training_job.job_name + "/rule-output"

4. Para comprobar si el informe se ha generado correctamente, enumere los directorios y 
archivos de forma recursiva en rule_output_path utilizando aws s3 ls con la opción --
recursive.

! aws s3 ls {rule_output_path} --recursive

Esto debería devolver una lista completa de los archivos de las carpetas 
generadas automáticamente con el nombre CreateXgboostReport y
ProfilerReport-1234567890. El informe de entrenamiento de XGBoost se guarda 
en CreateXgboostReport y el informe de creación de perfiles se guarda en la carpeta
ProfilerReport-1234567890. Para obtener más información sobre el informe de 
creación de perfiles generado de forma predeterminada con el trabajo de entrenamiento de 
XGBoost, consulte Informe de creación de perfiles del depurador de SageMaker.

El xgboost_report.html es un informe de entrenamiento de XGBoost generado 
automáticamente por el depurador. El xgboost_report.ipynb es un cuaderno de Jupyter 
que se utiliza para agregar los resultados del entrenamiento al informe. Puede descargar 
todos los archivos, examinar el archivo de informe HTML y modificar el informe con el 
cuaderno.

5. Descargue los archivos de forma recursiva utilizando aws s3 cp. El siguiente 
comando guarda todos los archivos de salida de las reglas en la carpeta
ProfilerReport-1234567890 del directorio de trabajo actual.

! aws s3 cp {rule_output_path} ./ --recursive

Utilice el depurador de SageMaker 3457



Amazon SageMaker Guía para desarrolladores

Tip

Si utiliza un servidor del cuaderno de Jupyter, ejecute !pwd para comprobar el 
directorio de trabajo actual.

6. En el directorio /CreateXgboostReport, abra xgboost_report.html. Si utiliza 
JupyterLab, seleccione Confiar en HTML para ver el informe de entrenamiento del depurador 
generado automáticamente.

7. Abra el archivo xgboost_report.ipynb para ver cómo se genera el informe. Puede 
personalizar y ampliar el informe de entrenamiento mediante el archivo de cuaderno de 
Jupyter.

Download using the Amazon S3 console

1. Inicie sesión en la AWS Management Console y abra la consola de Amazon S3 en https:// 
console.aws.amazon.com/s3/.

2. Busque el bucket base de S3. Por ejemplo, si no ha especificado ningún nombre 
de trabajo base, el nombre del bucket base de S3 debe tener el siguiente 
formato:sagemaker-<region>-111122223333. Busque el bucket base de S3 en el 
campo Buscar bucket por nombre.
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3. En el bucket base de S3, busque el nombre del trabajo de entrenamiento. Para ello, 
introduzca el prefijo del nombre del trabajo en Buscar objetos por prefijo y, a continuación, 
seleccione el nombre del trabajo de entrenamiento.

4. En el compartimento S3 del trabajo de entrenamiento, seleccione la subcarpeta rule-output/. 
Debe haber tres subcarpetas para los datos de entrenamiento recopilados por el depurador:
debug-output/, profiler-output/ y rule-output/.
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5. En la carpeta rule-output/, seleccione la carpeta CreateXgboostReport/. La carpeta contiene
xbgoost_report.html (el informe generado automáticamente en html) y xbgoost_report.ipynb
(un cuaderno de Jupyter con scripts que se utilizan para generar el informe).

6. Seleccione el archivo xbgoost_report.html, seleccione Acciones de descarga y, por último, 
seleccione Descargar.
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7. Abra el archivo xbgoost_report.html descargado en un navegador web.

Guía del informe de entrenamiento de XGBoost del depurador

Esta sección le guía a través del informe de entrenamiento de XGBoost del depurador. El informe se 
agrega automáticamente según la expresión regular del tensor de salida, reconociendo qué tipo de 
trabajo de entrenamiento se encuentra entre clasificación binaria, clasificación multiclase y regresión.

Important

En el informe, los gráficos y las recomendaciones se proporcionan con fines informativos y 
no son definitivos. Es responsabilidad suya realizar su propia evaluación independiente de la 
información.

Temas

• Distribución de las etiquetas true del conjunto de datos

• Gráfico de pérdidas versus de pasos

• Importancia de las características

• Matriz de confusión

• Evaluación de la matriz de confusión

• Tasa de precisión de cada elemento diagonal a lo largo de la iteración

• Curva característica de funcionamiento del receptor

• Distribución de los residuos en el último paso guardado

• Error absoluto de validación por contenedor de etiquetas durante la iteración

Distribución de las etiquetas true del conjunto de datos

Este histograma muestra la distribución de las clases etiquetadas (para la clasificación) o los valores 
(para la regresión) en el conjunto de datos original. La asimetría del conjunto de datos podría 
provocar imprecisiones. Esta visualización está disponible para los siguientes tipos de modelos: 
clasificación binaria, multiclasificación y regresión.

Utilice el depurador de SageMaker 3462



Amazon SageMaker Guía para desarrolladores

Gráfico de pérdidas versus de pasos

Se trata de un gráfico de líneas que muestra la progresión de la pérdida en los datos de 
entrenamiento y los datos de validación a lo largo de los pasos del entrenamiento. La pérdida es 
lo que definió en su función objetivo, como el error cuadrático medio. Puede evaluar si el modelo 
está sobreajustado o insuficientemente ajustado a partir de esta gráfica. Esta sección también 
proporciona información que puede utilizar para determinar cómo resolver los problemas de 
sobreajuste y subajuste. Esta visualización está disponible para los siguientes tipos de modelos: 
clasificación binaria, multiclasificación y regresión.
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Importancia de las características

Se proporcionan tres tipos diferentes de visualizaciones de la importancia de las características: 
peso, ganancia y cobertura. Proporcionamos definiciones detalladas para cada uno de los tres 
en el informe. Las visualizaciones sobre la importancia de las funciones le ayudan a saber qué 
características de su conjunto de datos de entrenamiento contribuyeron a las predicciones. Las 
visualizaciones de importancia de las características están disponibles para los siguientes tipos de 
modelos: clasificación binaria, multiclasificación y regresión.
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Matriz de confusión

Esta visualización solo es aplicable a los modelos de clasificación binarios y multiclase. La precisión 
por sí sola puede no ser suficiente para evaluar el rendimiento de los modelos. Para algunos casos 
de uso, como la atención médica y la detección de fraudes, también es importante conocer la tasa de 
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falsos positivos y la tasa de falsos negativos. Una matriz de confusión le proporciona las dimensiones 
adicionales para evaluar el rendimiento de su modelo.
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Evaluación de la matriz de confusión

Esta sección le proporciona más información sobre las métricas microscópicas, macroeconómicas y 
ponderadas de precisión, recuperación y puntuación F1 de su modelo.

Tasa de precisión de cada elemento diagonal a lo largo de la iteración

Esta visualización solo se aplica a los modelos de clasificación binaria y multiclase. Se trata de un 
gráfico de líneas que traza los valores diagonales de la matriz de confusión a lo largo de los pasos 
de entrenamiento de cada clase. Este gráfico muestra cómo progresa la precisión de cada clase a lo 
largo de los pasos del entrenamiento. Puede identificar las clases con un rendimiento inferior a partir 
de este gráfico.
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Curva característica de funcionamiento del receptor

Esta visualización solo es aplicable a los modelos de clasificación binaria. La curva de características 
operativas del receptor se utiliza habitualmente para evaluar el rendimiento del modelo de 
clasificación binaria. El eje y de la curva es True Positive Rate (TPF) o tasa de positivos verdaderos 
y el eje x es False Positive Rate (FPR) o tasa de positivos falsos. El gráfico también muestra el 
valor del Area Under the Curve (AUC) o área bajo la curva. Cuanto más alto sea el valor de AUC, 
más predictivo será su clasificador. También puede utilizar la curva ROC para comprender la 
compensación entre el TPR y el FPR e identificar el umbral de clasificación óptimo para su caso 
de uso. El umbral de clasificación se puede ajustar para adecuar el comportamiento del modelo y 
reducir más de uno u otro tipo de error (FP/FN).
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Distribución de los residuos en el último paso guardado

Esta visualización es un gráfico de columnas que muestra las distribuciones residuales del último 
paso que el depurador capta. En esta visualización, puede comprobar si la distribución residual está 
cerca de la distribución normal centrada en cero. Si los residuos están sesgados, es posible que sus 
características no sean suficientes para predecir las etiquetas.
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Error absoluto de validación por contenedor de etiquetas durante la iteración

Esta visualización solo se aplica a los modelos de regresión. Los valores objetivo reales se dividen 
en 10 intervalos. Esta visualización muestra cómo progresan los errores de validación en cada 
intervalo a lo largo de los pasos de entrenamiento en gráficos de líneas. El error de validación 
absoluto es el valor absoluto de la diferencia entre la predicción y lo real durante la validación. Puede 
identificar los intervalos de bajo rendimiento a partir de esta visualización.
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Acciones sobre las reglas en el depurador de Amazon SageMaker

En función del estado de evaluación de las reglas del depurador, puede configurar acciones 
automatizadas, como detener un trabajo de entrenamiento, y enviar notificaciones mediante el 
Amazon Simple Notification Service (Amazon SNS). También puede crear sus propias acciones 
mediante los eventos de Amazon CloudWatch y AWS Lambda. Para obtener información sobre cómo 
configurar acciones automatizadas en función del estado de evaluación de las reglas del depurador, 
consulte los siguientes temas.

Temas

• Acciones integradas del depurador para las reglas

• Crear acciones sobre reglas mediante Amazon CloudWatch y AWS Lambda

Acciones integradas del depurador para las reglas

Utilice las acciones integradas del depurador para actuar ante los problemas encontrados por Regla 
de depurador. La clase rule_configs del depurador proporciona herramientas para configurar 
una lista de acciones, como detener automáticamente los trabajos de entrenamiento y enviar 
notificaciones mediante el Amazon Simple Notification Service (Amazon SNS) cuando las reglas del 
depurador detecten problemas de entrenamiento.
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Paso 1: configurar Amazon SNS, crear un tema SMDebugRules y suscribirse a este

En esta sección, se explica cómo configurar un tema SMDebugRules de Amazon SNS, cómo 
suscribirse a él y cómo confirmar la suscripción para recibir notificaciones desde las reglas del 
depurador.

Note

Para obtener más información sobre la facturación de Amazon SNS, consulte Precios de 
Amazon SNS y Preguntas frecuentes sobre Amazon SNS.

Para crear un tema SMDebugRules

1. Inicie sesión en AWS Management Console y abra la consola de Amazon SNS en https:// 
console.aws.amazon.com/sns/v3/home.

2. En el panel de navegación izquierdo, elija Topics (Temas).

3. En la página Temas, elija Crear tema.

4. En la página Crear tema, en la sección Detalles, haga lo siguiente:

a. En Tipo, elija Estándar como tipo de tema.

b. En Name (Nombre), escriba SMDebugRules.

5. Omita todos los demás ajustes opcionales y seleccione Crear un tema. Si desea obtener más 
información sobre la configuración opcional, consulte Creación de un tema de Amazon SNS.

Para suscribirse al tema SMDebugRules

1. Abra la consola de Amazon SNS en https://console.aws.amazon.com/sns/v3/home.

2. En el panel de navegación izquierdo, elija Subscriptions (Suscripciones).

3. En la página Subscriptions (Suscripciones), elija Create subscription (Crear suscripción).

4. En la página Create subscription (Crear suscripción), en la sección Details (Detalles), haga lo 
siguiente:

a. En ARN del tema, seleccione el ARN del tema SMDebugRules. El ARN debe tener el 
formato arn:aws:sns:<region-id>:111122223333:SMDebugRules.

b. En Protocol (Protocolo), elija Email (Correo electrónico) o SMS.
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c. En Punto de conexión, introduzca el valor del punto de conexión, como una dirección de 
correo electrónico o un número de teléfono para recibir notificaciones.

Note

Asegúrese de escribir correctamente la dirección de correo electrónico y el número 
de teléfono. Los números de teléfono deben estar compuestos por +, un código de 
país y un número de teléfono, sin caracteres especiales ni espacios. Por ejemplo, el 
número de teléfono +1 (222) 333-4444 tendría el formato +12223334444.

5. Omita todos los demás ajustes opcionales y seleccione Crear suscripción. Si desea obtener más 
información sobre la configuración opcional, consulte Suscripción a un tema de Amazon SNS.

Tras suscribirse al tema SMDebugRules, recibirá el siguiente mensaje de confirmación por correo 
electrónico o por teléfono:

Para obtener más información sobre Amazon SNS, consulte Mensajería de texto móvil (SMS) y
Notificaciones por correo electrónico en la Guía para desarrolladores de Amazon SNS.

Paso 2: configurar el rol de IAM para asociar las políticas obligatorias

En este paso, agregará las políticas obligatorias en su rol de IAM.

Para agregar las políticas obligatorias a su rol de IAM

1. Inicie sesión en la AWS Management Console y abra la consola de IAM en https:// 
console.aws.amazon.com/iam/.
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2. En el panel de navegación de la izquierda, seleccione Políticas y Crear política.

3. En la página Crear política, haga lo siguiente para crear una nueva política de acceso SNS:

a. Seleccione la pestaña JSON.

b. Pegue las cadenas JSON formateadas en negrita del siguiente código en la "Statement", 
pero sustituya el id. de la cuenta de AWS de 12 dígitos por su id. de cuenta de AWS.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
         { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Publish", 
                "sns:CreateTopic", 
                "sns:Subscribe" 
            ], 
            "Resource": "arn:aws:sns:*:111122223333:SMDebugRules" 
        }
    ]
}

c. En la parte inferior de la página, seleccione Revisar la política.

d. En la página Crear política, en Nombre, ingrese sns-access.

e. En la parte superior de la página, seleccione Crear política.

4. Vuelva a la consola de IAM y seleccione Roles en el panel de navegación de la izquierda.

5. Busque el rol de IAM que utiliza para el entrenamiento de modelos en SageMaker y 
selecciónelo.

6. En la pestaña Permisos de la página Resumen, seleccione Adjuntar políticas.

7. Busque la política de acceso SNS, seleccione la casilla situada junto a la política y, a 
continuación, elija Adjuntar política.

Para ver más ejemplos de configuración de políticas de IAM para Amazon SNS, consulte Ejemplos 
de casos de control de acceso con Amazon SNS.
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Paso 3: configurar las reglas del depurador con las acciones integradas

Tras completar correctamente los ajustes necesarios en los pasos anteriores, puede configurar 
las acciones integradas del depurador para las reglas de depuración, tal y como se muestra en el 
siguiente script de ejemplo. Puede elegir qué acciones integradas utilizar al crear el objeto de la 
lista de actions. El rule_configs es un módulo auxiliar que proporciona herramientas de alto 
nivel para configurar las reglas y acciones integradas en el depurador. Lo que sigue es una lista de 
acciones integradas disponibles para el depurador.

• rule_configs.StopTraining(): detiene un trabajo de entrenamiento cuando la regla del 
depurador detecta un problema.

• rule_configs.Email("abc@abc.com"): envía una notificación por correo electrónico cuando 
la regla del depurador detecta un problema. Use la dirección de correo electrónico que utilizó al 
configurar su suscripción a un tema de SNS.

• rule_configs.SMS("+1234567890"): envía una notificación por mensaje de texto cuando la 
regla del depurador detecta un problema. Use el número de teléfono que utilizó al configurar su 
suscripción a un tema de SNS.

Note

Asegúrese de escribir correctamente la dirección de correo electrónico y el número de 
teléfono. Los números de teléfono deben estar compuestos por +, un código de país y 
un número de teléfono, sin caracteres especiales ni espacios. Por ejemplo, el número de 
teléfono +1 (222) 333-4444 tendría el formato +12223334444.

Puede utilizar todas las acciones integradas o un subconjunto de acciones. Para ello, utilice el 
método rule_configs.ActionList(), que toma las acciones integradas y configura una lista de 
acciones.

Para añadir las tres acciones integradas a una sola regla

Si desea asignar las tres acciones integradas a una sola regla, configure una lista de acciones 
integradas en el depurador mientras crea un estimador. Utilice la siguiente plantilla para crear el 
estimador; el depurador interrumpirá las tareas de entrenamiento y enviará notificaciones por correo 
electrónico y mensaje de texto para cualquier regla que utilice a fin de supervisar el progreso de las 
tareas de entrenamiento.
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from sagemaker.debugger import Rule, rule_configs

# Configure an action list object for Debugger rules
actions = rule_configs.ActionList( 
     rule_configs.StopTraining(),  
     rule_configs.Email("abc@abc.com"),  
     rule_configs.SMS("+1234567890")
)

# Configure rules for debugging with the actions parameter
rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.built_in_rule(),         # Required 
        rule_parameters={"paramter_key": value },        # Optional 
        actions=actions
    )
]

estimator = Estimator( 
     ...
    rules = rules
)

estimator.fit(wait=False)

Para crear varios objetos de acción integrados a fin de asignar diferentes acciones a una sola regla

Si desea asignar las acciones integradas para que se activen con diferentes valores de umbral de 
una sola regla, puede crear varios objetos de acción integrados, como se muestra en el siguiente 
script. Para evitar un error de conflicto al ejecutar la misma regla, debe enviar nombres de trabajo 
de regla diferentes (especifique cadenas diferentes para el atributo name de las reglas), como 
se muestra en el siguiente ejemplo de plantilla de script. Este ejemplo muestra cómo configurar
StalledTrainingRule para llevar a cabo dos acciones diferentes: enviar un correo electrónico a
abc@abc.com cuando un trabajo de entrenamiento se para durante 60 segundos y detener el 
trabajo de entrenamiento si se detiene durante 120 segundos.

from sagemaker.debugger import Rule, rule_configs
import time

base_job_name_prefix= 'smdebug-stalled-demo-' + str(int(time.time()))

# Configure an action object for StopTraining
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action_stop_training = rule_configs.ActionList( 
    rule_configs.StopTraining()
)

# Configure an action object for Email
action_email = rule_configs.ActionList( 
    rule_configs.Email("abc@abc.com")
)

# Configure a rule with the Email built-in action to trigger if a training job stalls 
 for 60 seconds
stalled_training_job_rule_email = Rule.sagemaker( 
        base_config=rule_configs.stalled_training_rule(), 
        rule_parameters={ 
                "threshold": "60",  
                "training_job_name_prefix": base_job_name_prefix 
        }, 
        actions=action_email
)
stalled_training_job_rule_text.name="StalledTrainingJobRuleEmail"

# Configure a rule with the StopTraining built-in action to trigger if a training job 
 stalls for 120 seconds
stalled_training_job_rule = Rule.sagemaker( 
        base_config=rule_configs.stalled_training_rule(), 
        rule_parameters={ 
                "threshold": "120",  
                "training_job_name_prefix": base_job_name_prefix 
        }, 
        actions=action_stop_training
)
stalled_training_job_rule.name="StalledTrainingJobRuleStopTraining"

estimator = Estimator( 
     ...
    rules = [stalled_training_job_rule_email, stalled_training_job_rule]
)

estimator.fit(wait=False)

Mientras se ejecuta el trabajo de entrenamiento, la acción integrada del depurador envía 
notificaciones por correo electrónico y mensajes de texto cuando la regla detecta problemas en el 
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trabajo de entrenamiento. La siguiente captura de pantalla muestra un ejemplo de notificación por 
correo electrónico para un trabajo de entrenamiento detenido.

La siguiente captura de pantalla muestra un ejemplo de notificación por mensaje de texto que el 
depurador envía cuando la regla detecta un problema de entrenamiento detenido.

Ideas importantes sobre el uso de las acciones integradas del depurador

• Para utilizar las acciones integradas del depurador, se necesita una conexión a Internet. Esta 
característica no es compatible en el modo de aislamiento de red de Amazon SageMaker o 
Amazon VPC.
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• Las acciones integradas no se pueden utilizar para Reglas del generador de perfiles.

• Las acciones integradas no se pueden utilizar en trabajos de entrenamiento con interrupciones 
puntuales.

• En las notificaciones por correo electrónico o mensaje de texto, al final de los mensajes aparece
None. Esto no significa nada, por lo que puede ignorar el None.

Crear acciones sobre reglas mediante Amazon CloudWatch y AWS Lambda

Amazon CloudWatch recopila los registros de trabajos de entrenamiento de modelos de Amazon 
SageMaker y los registros de trabajos de procesamiento de reglas del depurador de Amazon 
SageMaker. Configure el depurador con eventos de Amazon CloudWatch y AWS Lambda a fin de 
realizar acciones en función del estado de evaluación de las reglas del depurador.

Registros de CloudWatch para reglas del depurador y trabajos de entrenamiento

Para buscar registros de trabajos de entrenamiento y reglas del depurador

1. Abra la consola de CloudWatch en https://console.aws.amazon.com/cloudwatch/.

2. En el panel de navegación de la izquierda, en el nodo Registro, seleccione Grupos de registros.

3. En la lista de grupos de registros, haga lo siguiente:

• Seleccione /aws/sagemaker/TrainingJobs para los registros de trabajos de entrenamiento.

• Seleccione /aws/sagemaker/ProcessingJobs para los registros de trabajos de reglas del 
depurador.

Puede utilizar el estado del trabajo de la regla de entrenamiento y del depurador en los registros de 
CloudWatch a fin de realizar acciones adicionales cuando surjan problemas con el entrenamiento.

Para obtener más información sobre la supervisión de los trabajos de entrenamiento con 
CloudWatch, consulte Monitor Amazon SageMaker.

Configuración del depurador para la finalización automática de trabajos de entrenamiento mediante 
CloudWatch y Lambda

Las reglas del depurador supervisan el estado del trabajo de entrenamiento, y una regla de los 
eventos de CloudWatch supervisa el estado de evaluación del trabajo de entrenamiento en las reglas 
del depurador.
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Paso 1: Crear una función Lambda

Para crear una función Lambda

1. Abra la consola de AWS Lambda en https://console.aws.amazon.com/lambda/.

2. En el panel de navegación de la izquierda, seleccione Funciones y Crear una función.

3. En la página Crear una función, seleccione la opción Crear desde cero.

4. En la sección Información básica, introduzca un Nombre de función (por ejemplo, debugger-rule-
stop-training-job).

5. En Runtime (Tiempo de ejecución), elija Python 3.7.

6. En Permisos, expanda la opción desplegable y seleccione Cambiar el rol de ejecución 
predeterminado.

7. En Rol de ejecución, seleccione Uso de un rol existente y elija el rol de IAM que utiliza para los 
trabajos de entrenamiento en SageMaker.

Note

Debe utilizar el rol de ejecución con AmazonSageMakerFullAccess y
AWSLambdaBasicExecutionRole asociados. De lo contrario, la función de Lambda 
no reaccionará correctamente a los cambios del estado de la regla del depurador en 
el trabajo de entrenamiento. Si no está seguro de qué función de ejecución se está 
utilizando, ejecute el siguiente código en un cuaderno de Jupyter para recuperar el 
resultado del rol de ejecución:

import sagemaker
sagemaker.get_execution_role()

8. En la parte inferior de la página, elija Create function.

En la siguiente imagen se ve un ejemplo de la página Crear una función, con los campos de entrada 
y las selecciones completadas.
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Paso 2: configurar la función de Lambda

Para configurar la función de Lambda

1. En la sección Código de la función de la página de configuración, pegue el siguiente script 
de Python en el panel del editor de código Lambda. La función lambda_handler supervisa 
el estado de evaluación de las reglas del depurador, recopilado por CloudWatch, y activa 
la operación de la API StopTrainingJob. El client AWS SDK for Python (Boto3) para 
SageMaker proporciona un método de alto nivel (stop_training_job) que activa la operación 
de la API StopTrainingJob.

import json
import boto3
import logging

logger = logging.getLogger()
logger.setLevel(logging.INFO)

def lambda_handler(event, context): 
    training_job_name = event.get("detail").get("TrainingJobName") 
    logging.info(f'Evaluating Debugger rules for training job: 
 {training_job_name}') 
    eval_statuses = event.get("detail").get("DebugRuleEvaluationStatuses", None) 

    if eval_statuses is None or len(eval_statuses) == 0: 
        logging.info("Couldn't find any debug rule statuses, skipping...") 
        return { 
            'statusCode': 200, 
            'body': json.dumps('Nothing to do') 
        } 

    # should only attempt stopping jobs with InProgress status 
    training_job_status = event.get("detail").get("TrainingJobStatus", None) 
    if training_job_status != 'InProgress': 
        logging.debug(f"Current Training job status({training_job_status}) is not 
 'InProgress'. Exiting") 
        return { 
            'statusCode': 200, 
            'body': json.dumps('Nothing to do') 
        } 

    client = boto3.client('sagemaker') 
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    for status in eval_statuses: 
        logging.info(status.get("RuleEvaluationStatus") + ', RuleEvaluationStatus=' 
 + str(status)) 
        if status.get("RuleEvaluationStatus") == "IssuesFound": 
            secondary_status = event.get("detail").get("SecondaryStatus", None) 
            logging.info( 
                f'About to stop training job, since evaluation of rule 
 configuration {status.get("RuleConfigurationName")} resulted in "IssuesFound". ' + 
                f'\ntraining job "{training_job_name}" status is 
 "{training_job_status}", secondary status is "{secondary_status}"' + 
                f'\nAttempting to stop training job "{training_job_name}"' 
            ) 
            try: 
                client.stop_training_job( 
                    TrainingJobName=training_job_name 
                ) 
            except Exception as e: 
                logging.error( 
                    "Encountered error while trying to " 
                    "stop training job {}: {}".format( 
                        training_job_name, str(e) 
                    ) 
                ) 
                raise e 
    return None

Para obtener más información sobre la interfaz del editor de código Lambda, consulte cómo 
crear funciones con el editor de la consola Lambda de AWS.

2. Omita todos los demás ajustes y seleccione Guardar, en la parte superior de la página de 
configuración.

Paso 3: crear una regla de eventos de CloudWatch y vincularla a la función de Lambda para el 
depurador

Para crear una regla de eventos de CloudWatch y vincularla a la función de Lambda para el 
depurador

1. Abra la consola de CloudWatch en https://console.aws.amazon.com/cloudwatch/.

2. En el panel de navegación de la izquierda, seleccione Reglas en el nodo Eventos.
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3. Elija Create rule (Crear regla).

4. En la sección Origen del evento de la página Paso 1: crear regla, seleccione SageMaker en
Nombre del servicio y Cambio de estado en el trabajo de entrenamiento de SageMaker en Tipo 
de evento. La vista previa del patrón de eventos tendrá un aspecto similar al de las siguientes 
cadenas JSON de ejemplo:

{ 
    "source": [ 
        "aws.sagemaker" 
    ], 
    "detail-type": [ 
        "SageMaker Training Job State Change" 
    ]
}

5. En la sección Destinos, elija Agregar destino* y seleccione la función de Lambda debugger-rule-
stop-training-job que ha creado. Este paso vincula la regla de eventos de CloudWatch con la 
función de Lambda.

6. Seleccione Configurar los detalles y vaya a la página Paso 2: configurar detalles de la regla.

7. Especifique el nombre de la definición de la regla de CloudWatch. Por ejemplo, debugger-cw-
event-rule.

8. Para terminar, elija Crear una regla.

9. Vuelva a la página de configuración de la función de Lambda y actualice la página. Confirme 
que está configurada correctamente en el panel Diseño. La regla de eventos de CloudWatch 
debe registrarse como activador de la función de Lambda. El diseño de la configuración debe ser 
similar al siguiente ejemplo:

Utilice el depurador de SageMaker 3484



Amazon SageMaker Guía para desarrolladores

Ejecutar cuadernos de ejemplo para probar la finalización automática de los trabajos de 
entrenamiento

Puede ejecutar los siguientes cuadernos de ejemplo, que están preparados para experimentar con la 
interrupción de un trabajo de entrenamiento utilizando las reglas integradas del depurador.

• Amazon SageMaker Debugger - Reacting to CloudWatch Events from Rules

En este ejemplo de cuaderno, se ejecuta un trabajo de entrenamiento que tiene un problema de 
desaparición de gradiente. La regla integrada VanishingGradient del depurador se utiliza al crear el 
estimador TensorFlow de SageMaker. Cuando la regla del depurador detecta el problema, finaliza 
el trabajo de entrenamiento.

• Detect Stalled Training and Invoke Actions Using SageMaker Debugger Rule
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Este cuaderno de ejemplo ejecuta un script de entrenamiento con una línea de código que fuerza 
el modo suspensión durante diez minutos. La regla StalledTrainingRule integrada del depurador 
invoca los problemas y detiene el trabajo de entrenamiento.

Deshabilitación de la regla de eventos de CloudWatch para dejar de utilizar la finalización automática 
de trabajos de entrenamiento

Si desea deshabilitar la finalización automática de los trabajos de entrenamiento, debe deshabilitar 
la regla de eventos de CloudWatch. En el panel Diseño de Lambda, elija el bloque EventBridge 
(eventos de CloudWatch) vinculado a la función de Lambda. Al hacerlo, aparecerá un panel de
EventBridge bajo el panel Diseño (tiene un ejemplo en la captura de pantalla anterior). Seleccione la 
casilla situada junto a EventBridge (eventos de CloudWatch): debugger-cw-event-rule y seleccione
Deshabilitar. Si desea utilizar la funcionalidad de finalización automática más adelante, puede 
habilitar la regla de eventos de CloudWatch de nuevo.

Visualizar los tensores de salida del depurador Amazon SageMaker en TensorBoard

Important

Esta página ha quedado obsoleta en favor de Amazon SageMaker con TensorBoard, que 
proporciona una experiencia completa de TensorBoard integrada con el entrenamiento de 
SageMaker y las funciones de control de acceso de dominio de SageMaker. Para obtener 
más información, consulte Úselo TensorBoard para depurar y analizar trabajos de formación 
en Amazon SageMaker.

Utilice el depurador de SageMaker para crear archivos tensoriales de salida que sean compatibles 
con TensorBoard. Cargue los archivos para visualizarlos en TensorBoard y analice sus trabajos de 
entrenamiento de SageMaker. El depurador genera automáticamente archivos tensoriales de salida 
que son compatibles con TensorBoard. Para cualquier configuración de enlace que personalice 
para guardar los tensores de salida, el depurador tiene la flexibilidad de crear resúmenes escalares, 
distribuciones e histogramas que puede importar a TensorBoard.
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Puede habilitar esto pasando los objetos DebuggerHookConfig y TensorBoardOutputConfig a 
un estimator.

El siguiente procedimiento explica cómo guardar escalares, pesos y sesgos como tensores, 
histogramas y distribuciones completos que pueden visualizarse con TensorBoard. El depurador 
los guarda en la ruta local del contenedor de entrenamiento (la ruta predeterminada es /opt/ml/
output/tensors) y los sincroniza con las ubicaciones de Amazon S3 transferidas a través de los 
objetos de configuración de salida del depurador.

Guardar archivos de tensores de salida compatibles con TensorBoard mediante el depurador

1. Configure un objeto de configuración tensorboard_output_config para guardar la 
salida de TensorBoard con la clase TensorBoardOutputConfig del depurador. Para el 
parámetro s3_output_path, especifique el bucket de S3 predeterminado de la sesión 
actual de SageMaker o el bucket de S3 preferido. Este ejemplo no se añade el parámetro
container_local_output_path, sino que se establece en la ruta local /opt/ml/output/
tensors predeterminada.

import sagemaker
from sagemaker.debugger import TensorBoardOutputConfig

bucket = sagemaker.Session().default_bucket()
tensorboard_output_config = TensorBoardOutputConfig( 
    s3_output_path='s3://{}'.format(bucket)
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)

Para obtener información adicional, consulte la API TensorBoardOutputConfig en el
Amazon SageMaker Python SDK.

2. Configure el enlace del depurador y personalice los valores de los parámetros del enlace. Por 
ejemplo, el siguiente código configura un enlace de depuración para guardar todas las salidas 
escalares cada 100 pasos en las fases de entrenamiento y 10 pasos en las fases de validación, 
los parámetros weights cada 500 pasos (el valor save_interval predeterminado para 
guardar las colecciones de tensores es 500) y los parámetros bias cada 10 pasos globales 
hasta que el paso global llegue a 500.

from sagemaker.debugger import CollectionConfig, DebuggerHookConfig

hook_config = DebuggerHookConfig( 
    hook_parameters={ 
        "train.save_interval": "100", 
        "eval.save_interval": "10" 
    }, 
    collection_configs=[ 
        CollectionConfig("weights"), 
        CollectionConfig( 
            name="biases", 
            parameters={ 
                "save_interval": "10", 
                "end_step": "500", 
                "save_histogram": "True" 
            } 
        ), 
    ]
)

Para obtener más información sobre las API de configuración del depurador, consulte las API
CollectionConfig y DebuggerHookConfig del depurador en el Amazon SageMaker 
Python SDK.

3. Cree un estimador de SageMaker con los parámetros del depurador pasando los objetos de 
configuración. La siguiente plantilla de ejemplo muestra cómo crear un estimador genérico de 
SageMaker. También puede sustituir estimator y Estimator por otras clases principales 
de estimador de marcos de trabajo de SageMaker y clases de estimador. Los estimadores del 
marco de SageMaker disponibles para esta funcionalidad son TensorFlow, PyTorch y MXNet.
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from sagemaker.estimator import Estimator

estimator = Estimator( 
    ... 
    # Debugger parameters 
    debugger_hook_config=hook_config, 
    tensorboard_output_config=tensorboard_output_config
)
estimator.fit()

El método estimator.fit() inicia un trabajo de entrenamiento y el depurador escribe los 
archivos tensoriales de salida en tiempo real en la ruta de salida del depurador S3 y en la ruta de 
salida del TensorBoard S3. Para recuperar las rutas de salida, utilice los siguientes métodos de 
estimador:

• Para la ruta de salida del depurador S3, utilice
estimator.latest_job_debugger_artifacts_path().

• Para la ruta de salida de TensorBoard S3, utilice
estimator.latest_job_tensorboard_artifacts_path().

4. Una vez finalizado el entrenamiento, compruebe los nombres de los tensores de salida 
guardados:

from smdebug.trials import create_trial
trial = create_trial(estimator.latest_job_debugger_artifacts_path())
trial.tensor_names()

5. Compruebe datos de salida de TensorBoard en Amazon S3:

tensorboard_output_path=estimator.latest_job_tensorboard_artifacts_path()
print(tensorboard_output_path)
!aws s3 ls {tensorboard_output_path}/

6. Descargue los datos de salida de TensorBoard a su instancia de cuaderno. Por ejemplo, el 
siguiente comando AWS CLI descarga los archivos de TensorBoard en /logs/fit en el 
directorio de trabajo actual de la instancia de su cuaderno.

!aws s3 cp --recursive {tensorboard_output_path} ./logs/fit

7. Comprima el directorio de archivos en un archivo TAR para descargarlo en su máquina local.
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!tar -cf logs.tar logs

8. Descargue y extraiga el archivo TAR TensorBoard en un directorio de su dispositivo, inicie un 
servidor de cuaderno de Jupyter, abra un cuaderno nuevo y ejecute la aplicación TensorBoard.

!tar -xf logs.tar
%load_ext tensorboard
%tensorboard --logdir logs/fit

Lista de reglas integradas del depurador

Utilice las reglas integradas del depurador proporcionado por el depurador de Amazon SageMaker 
y analice las métricas y los tensores recopilados durante el entrenamiento de los modelos. Las 
reglas integradas del depurador monitorizan diversas condiciones comunes que son fundamentales 
para el éxito de un trabajo de entrenamiento. Puede llamar a las reglas integradas mediante el
Amazon SageMaker Python SDK o las operaciones de la API de SageMaker de bajo nivel. El uso 
de reglas integradas no conlleva ningún coste adicional. Para obtener más información acerca de la 
facturación, consulte la página Precios de Amazon SageMaker.

Note

El número máximo de reglas integradas que se pueden vincularse a un trabajo de 
entrenamiento es de 20. El depurador de SageMaker gestiona completamente las reglas 
integradas y analiza su trabajo de entrenamiento de forma sincrónica.

Important

Para utilizar las nuevas características del depurador, debe actualizar el SageMaker Python 
SDK y la biblioteca cliente SMDebug. En su kernel de iPython, cuaderno de Jupyter o 
entorno de JupyterLab, ejecute el siguiente código para instalar las últimas versiones de las 
bibliotecas y reiniciar el kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
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IPython.Application.instance().kernel.do_shutdown(True)

Regla de depurador

Las siguientes reglas son las reglas integradas del depurador que pueden llamarse mediante el 
classmethod Rule.sagemaker.

Depurador: reglas integradas para generar informes de entrenamiento

Ámbito de validez Reglas integradas

Informe de entrenamiento para el trabajo de 
entrenamiento de SageMaker XGBoost

• create_xgboost_report

Reglas integradas en el depurador para depurar los datos de entrenamiento del modelo (tensores de 
salida)

Ámbito de validez Reglas integradas

Marcos de aprendizaje profundo (TensorFlow, 
Apache MXNet y PyTorch)

• dead_relu

• exploding_tensor

• poor_weight_initialization

• saturated_activation

• vanishing_gradient

• weight_update_ratio

Marcos de aprendizaje profundo (TensorFlow, 
MXNet y PyTorch) y el algoritmo XGBoost

• all_zero

• class_imbalance

• loss_not_decreasing

• overfit

• overtraining

• similar_across_runs

• stalled_training_rule

• tensor_variance
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Ámbito de validez Reglas integradas

• unchanged_tensor

Aplicaciones de aprendizaje profundo • check_input_images

• nlp_sequence_ratio

Algoritmo XGBoost • confusion

• feature_importance_overweight

• tree_depth

Para usar las reglas integradas con los valores de los parámetros predeterminados, utilice el 
siguiente formato de configuración:

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules = [ 
    Rule.sagemaker(rule_configs.built_in_rule_name_1()), 
    Rule.sagemaker(rule_configs.built_in_rule_name_2()), 
    ... 
    Rule.sagemaker(rule_configs.built_in_rule_name_n())
]

Para usar las reglas integradas con la personalización de los valores de los parámetros, utilice el 
siguiente formato de configuración:

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.built_in_rule_name(), 
        rule_parameters={ 
                "key": "value" 
        } 
        collections_to_save=[  
            CollectionConfig( 
                name="tensor_collection_name",  
                parameters={ 
                    "key": "value" 
                }  
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            ) 
        ] 
    )
]

Para encontrar las claves disponibles del parámetro rule_parameters, consulte las tablas de 
descripción de los parámetros.

Se proporcionan ejemplos de códigos de configuración de reglas para cada regla integrada a 
continuación de las tablas de descripción de parámetros.

• Para obtener instrucciones completas y ejemplos del uso de las reglas integradas del depurador, 
consulte Código de ejemplo de reglas integradas del depurador.

• Para obtener instrucciones completas sobre el uso de las reglas integradas con las operaciones 
de la API de SageMaker de bajo nivel, consulte Configuración del depurador mediante la API de 
Amazon SageMaker.

CreateXgboostReport

La regla CreateXGBoostReport recopila los tensores de salida de un trabajo de entrenamiento de 
XGBoost y genera automáticamente un informe de entrenamiento completo. Puede descargar un 
informe completo de creación de perfiles mientras se esté realizando un trabajo de entrenamiento 
o una vez finalizado el trabajo de entrenamiento, y comprobar el progreso del entrenamiento o el 
resultado final de la misma. La regla CreateXGBoostReport recopila los siguientes tensores de salida 
de forma predeterminada:

• hyperparameters: se guarda en el primer paso

• metrics: ahorra pérdidas y precisión cada 5 pasos

• feature_importance: se guarda cada 5 pasos

• predictions: se guarda cada 5 pasos

• labels: se guarda cada 5 pasos

Descripciones de parámetros para la regla CreateXgboostReport

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
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Nombre del parámetro Descripción

SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

rules=[ 
    Rule.sagemaker( 
        rule_configs.create_xgboost_report() 
    )   
]

DeadRelu

Esta regla detecta cuando el porcentaje de funciones de activación de unidad lineal rectificada 
(ReLU) en una prueba se considera muerto porque su actividad de activación ha caído por debajo 
de un determinado umbral. Si el porcentaje de ReLU inactivas en una capa es mayor que el valor
threshold_layer de ReLU inactivas, la regla devuelve True.

Descripciones de parámetros para la regla DeadRelu

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
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Nombre del parámetro Descripción

os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: ".*relu_output"

threshold_inactivity Define un nivel de actividad por debajo del cual 
se considera que una ReLU está muerta. Una 
ReLU podría estar activo al comienzo de una 
prueba y luego morir lentamente durante el 
proceso de entrenamiento. Si la ReLU está 
activa menos de threshold_inactivity , 
se considera que está muerta.

Opcional

Valores válidos: número flotante

Valores predeterminados: 1.0 (en porcentaje)
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Nombre del parámetro Descripción

threshold_layer Devuelve True si el porcentaje de ReLU 
inactivas en una capa es mayor que
threshold_layer .

Devuelve False si el porcentaje de ReLU 
inactivas en una capa es menor que
threshold_layer .

Opcional

Valores válidos: número flotante

Valores predeterminados: 50.0 (en porcentaje)

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.dead_relu(), 
        rule_parameters={ 
                "tensor_regex": ".*relu_output|.*ReLU_output", 
                "threshold_inactivity": "1.0", 
                "threshold_layer": "50.0" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_relu_collection",  
                parameters={ 
                    "include_regex: ".*relu_output|.*ReLU_output", 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.
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Note

Esta regla no está disponible para el algoritmo XGBoost.

ExplodingTensor

Esta regla detecta si los tensores emitidos durante el entrenamiento tienen valores no finitos, infinitos 
o NaN (no un número). Si se detecta un valor no finito, la regla devuelve True.

Descripciones de parámetros para la regla ExplodingTensor

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

collection_names Lista de nombres de colección cuyos tensores 
inspecciona la regla.

Opcional

Valores válidos: string

Valor predeterminado: None

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
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Nombre del parámetro Descripción

los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: string

Valor predeterminado: None

only_nan True para monitorizar los tensores
base_trial  solo para valores NaN y no para 
infinito.

False para tratar tanto NaN como infinito como 
valores de explosión y para monitorizar ambos.

Opcional

Valor predeterminado: False

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.exploding_tensor(), 
        rule_parameters={ 
                "tensor_regex": ".*gradient", 
                "only_nan": "False" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="gradients",  
                parameters={ 
                    "save_interval": "500" 
                } 
            ) 
        ] 
    )
]
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Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Note

Esta regla no está disponible para el algoritmo XGBoost.

PoorWeightInitialization

Esta regla detecta si los parámetros del modelo se han inicializado mal.

Una buena inicialización rompe la simetría de los pesos y gradientes en una red neuronal y mantiene 
variaciones de activación proporcionales a través de las capas. De lo contrario, la red neuronal 
no aprende eficazmente. Inicializadores como Xavier pretenden mantener la varianza constante a 
través de las activaciones, lo cual es especialmente relevante para entrenar redes neuronales muy 
profundas. Una inicialización demasiado pequeña puede dar lugar a la desaparición de gradientes. 
Una inicialización demasiado grande puede dar lugar a la explosión de gradientes. Esta regla 
comprueba la variación de las entradas de activación a través de las capas, la distribución de 
gradientes y la convergencia de pérdidas para los pasos iniciales para determinar si una red 
neuronal se ha inicializado mal.

Descripciones de parámetros para la regla PoorWeightInitialization

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

activation_inputs_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
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Nombre del parámetro Descripción

coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: string

Valor predeterminado: ".*relu_input"

threshold Si la relación entre la varianza mínima y 
máxima de pesos por capa supera threshold

 en un paso, la regla vuelve True.

Opcional

Valores válidos: número flotante

Valor predeterminado: 10.0

distribution_range Si la diferencia mínima entre los percentiles 5.º 
y 95.º de la distribución de gradiente es menor 
que la distribution_range , la regla 
devuelve True.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.001

Utilice el depurador de SageMaker 3500



Amazon SageMaker Guía para desarrolladores

Nombre del parámetro Descripción

patience El número de pasos que esperar hasta que se 
considere que la pérdida ya no está disminuye 
ndo.

Opcional

Valores válidos: número entero

Valor predeterminado: 5

steps El número de pasos que analiza esta regla. Por 
lo general, solo tiene que verificar las primeras 
iteraciones.

Opcional

Valores válidos: número flotante

Valor predeterminado: 10

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.poor_weight_initialization(), 
        rule_parameters={ 
                "activation_inputs_regex": ".*relu_input|.*ReLU_input", 
                "threshold": "10.0", 
                "distribution_range": "0.001", 
                "patience": "5", 
                "steps": "10" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_relu_collection",  
                parameters={ 
                    "include_regex": ".*relu_input|.*ReLU_input", 
                    "save_interval": "500" 
                }  
            ) 
        ] 
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    )
]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Note

Esta regla no está disponible para el algoritmo XGBoost.

SaturatedActivation

Esta regla detecta si las capas de activación tanh y sigmoide se están saturando. Una capa de 
activación se satura cuando la entrada de la capa está cerca del máximo o mínimo de la función 
de activación. El mínimo y máximo de las funciones de activación tanh y sigmoide se definen por 
sus respectivos valores min_threshold y max_thresholds. Si la actividad de un nodo cae por 
debajo del porcentaje threshold_inactivity, se considera saturado. Si más de un porcentaje
threshold_layer de los nodos están saturados, la regla devuelve True.

Descripciones de parámetros para la regla SaturatedActivation

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

collection_names Lista de nombres de colección cuyos tensores 
inspecciona la regla.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Utilice el depurador de SageMaker 3502



Amazon SageMaker Guía para desarrolladores

Nombre del parámetro Descripción

Valor predeterminado: none

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: string

Valor predeterminado: ".*tanh_i 
nput|.*sigmoid_input".

threshold_tanh_min Los umbrales mínimo y máximo que definen 
los extremos de la entrada para una función de 
activación tanh, definidos como: (min_thre 
shold, max_threshold) . Los valores 
predeterminados se determinan en función de 
un umbral de gradiente de desvanecimiento de 
0,0000001.

Opcional

Valores válidos: número flotante

Valores predeterminados: -9.4999
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Nombre del parámetro Descripción

threshold_tanh_max Los umbrales mínimo y máximo que definen 
los extremos de la entrada para una función de 
activación tanh, definidos como: (min_thre 
shold, max_threshold) . Los valores 
predeterminados se determinan en función de 
un umbral de gradiente de desvanecimiento de 
0,0000001.

Opcional

Valores válidos: número flotante

Valores predeterminados: 9.4999

threshold_sigmoid_min Los umbrales mínimo y máximo que definen 
los extremos de la entrada para una función 
de activación sigmoide, definidos como:
(min_threshold, max_threshold) . 
Los valores predeterminados se determina 
n en función de un umbral de gradiente de 
desvanecimiento de 0,0000001.

Opcional

Valores válidos: número flotante

Valores predeterminados: -23
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Nombre del parámetro Descripción

threshold_sigmoid_max Los umbrales mínimo y máximo que definen 
los extremos de la entrada para una función 
de activación sigmoide, definidos como:
(min_threshold, max_threshold) . 
Los valores predeterminados se determina 
n en función de un umbral de gradiente de 
desvanecimiento de 0,0000001.

Opcional

Valores válidos: número flotante

Valores predeterminados: 16.99999

threshold_inactivity Porcentaje de inactividad por debajo del cual 
se considera que la capa de activación está 
saturada. La activación podría estar activa 
al comienzo de una prueba y luego volverse 
lentamente menos activa durante el proceso de 
entrenamiento.

Opcional

Valores válidos: número flotante

Valores predeterminados: 1.0
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Nombre del parámetro Descripción

threshold_layer Devuelve True si el número de activacio 
nes saturadas en una capa es mayor que el 
porcentaje threshold_layer .

Devuelve False si el número de activacio 
nes saturadas en una capa es menor que el 
porcentaje threshold_layer .

Opcional

Valores válidos: número flotante

Valores predeterminados: 50.0

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.saturated_activation(), 
        rule_parameters={ 
                "tensor_regex": ".*tanh_input|.*sigmoid_input", 
                "threshold_tanh_min": "-9.4999", 
                "threshold_tanh_max": "9.4999", 
                "threshold_sigmoid_min": "-23", 
                "threshold_sigmoid_max": "16.99999", 
                "threshold_inactivity": "1.0", 
                "threshold_layer": "50.0" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_activations_collection", 
                parameters={ 
                    "include_regex": ".*tanh_input|.*sigmoid_input" 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]
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Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Note

Esta regla no está disponible para el algoritmo XGBoost.

VanishingGradient

Esta regla detecta si los gradientes de una prueba se vuelven extremadamente pequeños o caen 
a una magnitud cero. Si la media de los valores absolutos de los gradientes cae por debajo de un
threshold especificado, la regla devuelve True.

Descripciones de parámetros para la regla VanishingGradient

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

threshold Valor en el que se determina que el gradiente 
está desapareciendo.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.0000001 .

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.vanishing_gradient(), 
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        rule_parameters={ 
                "threshold": "0.0000001" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="gradients",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Note

Esta regla no está disponible para el algoritmo XGBoost.

WeightUpdateRatio

Esta regla hace un seguimiento de la proporción de actualizaciones a ponderaciones durante 
el entrenamiento y detecta si esa proporción es demasiado grande o demasiado pequeña. Si la 
proporción de actualizaciones a ponderaciones es mayor que large_threshold value o si esta 
proporción es menor que small_threshold, la regla devuelve True.

Las condiciones para el entrenamiento son mejores cuando las actualizaciones son proporcionales 
a los gradientes. Las actualizaciones excesivamente grandes pueden alejar las ponderaciones 
de los valores óptimos y las actualizaciones muy pequeñas dan lugar a una convergencia muy 
lenta. Esta regla requiere que haya pesos disponibles para dos pasos de entrenamiento y
train.save_interval debe establecerse en num_steps.

Descripciones de parámetros para la regla WeightUpdateRatio

Nombre del parámetro, Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
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Nombre del parámetro, Descripción

SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

num_steps El número de pasos en los que comprueba la 
regla para determinar si el tensor ha cambiado.

El número de pasos a través de los cuales 
desea comparar las relaciones de ponderación. 
Si no transfiere ningún valor, la regla se ejecuta 
de forma predeterminada frente al paso actual 
y al paso guardado inmediatamente anterior. Si 
anula el valor predeterminado transfiriendo un 
valor para este parámetro, la comparación se 
realiza entre las ponderaciones en el paso s y 
en un paso que es >= s - num_steps .

Opcional

Valores válidos: número entero

Valor predeterminado: None

large_threshold El valor máximo que puede tomar la proporción 
de actualizaciones a ponderaciones antes de la 
regla devuelve True.

Opcional

Valores válidos: número flotante

Valor predeterminado: 10.0
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Nombre del parámetro, Descripción

small_threshold El valor mínimo que puede tomar la proporción 
de actualizaciones a ponderaciones, por debajo 
del cual la regla devuelve True.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.00000001

epsilon Una pequeña constante utilizada para 
garantizar que el depurador no se divide por 
cero al calcular la proporción de actualiza 
ciones a ponderaciones.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.000000001

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.weight_update_ratio(), 
        rule_parameters={ 
                "num_steps": "100", 
                "large_threshold": "10.0", 
                "small_threshold": "0.00000001", 
                "epsilon": "0.000000001" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="weights",  
                parameters={ 
                    "train.save_interval": "100" 
                }  
            ) 
        ] 
    )
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]

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Note

Esta regla no está disponible para el algoritmo XGBoost.

AllZero

Esta regla detecta si todos o un porcentaje especificado de los valores del tensor son cero.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, 
MXNet y PyTorch) o al algoritmo XGBoost. Debe especificar el parámetro collection_names o
tensor_regex. Si se especifican ambos parámetros, la regla inspecciona la unión de tensores de 
ambos conjuntos.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Descripciones de parámetros para la regla AllZero

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

collection_names Lista de nombres de colección cuyos tensores 
inspecciona la regla.

Opcional
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Nombre del parámetro Descripción

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: None

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: None

threshold Especifica el porcentaje de valores en el tensor 
que debe ser cero para que se invoque esta 
regla.

Opcional

Valores válidos: número flotante

Valor predeterminado: 100 (en porcentaje)

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.all_zero(), 
        rule_parameters={ 
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                "tensor_regex": ".*", 
                "threshold": "100" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="all",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

ClassImbalance

Esta regla mide los desequilibrios de muestreo entre clases y devuelve errores si el desequilibrio 
supera un umbral o si se producen demasiados errores para clases subrepresentadas como 
resultado del desequilibrio.

Los modelos de clasificación requieren clases bien equilibradas en el conjunto de datos de 
entrenamiento o una ponderación/muestreo adecuada de las clases durante el entrenamiento. La 
regla realiza las siguientes comprobaciones:

• Cuenta las incidencias por clase. Si la relación entre el número de muestras entre la clase menor y 
la mayor es mayor que threshold_imbalance, se produce un error.

• Comprueba la precisión de la predicción por clase. Si el remuestreo o la ponderación no se 
han aplicado correctamente, el modelo puede alcanzar una alta precisión para la clase con 
muchas muestras de entrenamiento, pero baja precisión para las clases con pocas muestras de 
entrenamiento. Si una fracción de las predicciones erróneas para una determinada clase supera
threshold_misprediction, se produce un error.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, 
MXNet y PyTorch) o al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.
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Descripciones de parámetros para la regla ClassImbalance

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

threshold_imbalance El desequilibrio aceptable entre el número 
de muestras en la clase menor y en la clase 
mayor. Si se supera este valor de umbral se 
genera un error.

Opcional

Valores válidos: número flotante

Valor predeterminado: 10

threshold_misprediction Un límite en la fracción de predicciones 
erróneas permitidas para cada clase. Si se 
supera este umbral se genera un error. Las 
clases insuficientemente representadas corren 
el mayor riesgo de superar este umbral.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.7

samples El número de etiquetas que se deben procesar 
antes de evaluar un desequilibrio. Es posible 
que la regla no se active hasta que haya visto 
suficientes muestras en varios pasos. Cuantas 
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Nombre del parámetro Descripción

más clases contenga el conjunto de datos, 
mayor será este número sample.

Opcional

Valores válidos: número entero

Valor predeterminado: 500 (suponiendo un 
conjunto de datos como MNIST con 10 clases)

argmax Si es True, np.argmax se aplica al tensor de 
predicción. Necesario cuando tiene un vector 
de probabilidades para cada clase. Se utiliza 
para determinar qué clase tiene la probabilidad 
más alta.

Condicional

Valores válidos: booleano

Valor predeterminado: False

labels_regex El nombre del tensor que contiene las etiquetas 
.

Opcional

Valores válidos: string

Valor predeterminado: ".*labels"

predictions_regex El nombre del tensor que contiene las prediccio 
nes.

Opcional

Valores válidos: string

Valor predeterminado: ".*predictions"
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built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.class_imbalance(), 
        rule_parameters={ 
                "threshold_imbalance": "10", 
                "threshold_misprediction": "0.7", 
                "samples": "500", 
                "argmax": "False", 
                "labels_regex": ".*labels", 
                "predictions_regex": ".*predictions" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_output_collection", 
                parameters={ 
                    "include_regex": ".*labels|.*predictions", 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

LossNotDecreasing

Esta regla detecta cuando la pérdida no está disminuyendo de valor a un ritmo suficiente. Estas 
pérdidas deben ser escalares.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, 
MXNet y PyTorch) o al algoritmo XGBoost. Debe especificar el parámetro collection_names o
tensor_regex. Si se especifican ambos parámetros, la regla inspecciona la unión de tensores de 
ambos conjuntos.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Descripciones de parámetros para la regla LossNotDecreasing

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
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Nombre del parámetro Descripción

SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

collection_names Lista de nombres de colección cuyos tensores 
inspecciona la regla.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: None

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: None
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Nombre del parámetro Descripción

use_losses_collection Si se establece en True, busca pérdidas en la 
colección denominada «pérdidas» cuando la 
colección está presente.

Opcional

Valores válidos: booleano

Valor predeterminado: True

num_steps El número mínimo de pasos después de los 
cuales la regla comprueba si la pérdida ha 
disminuido. La evaluación de reglas sucede 
cada num_steps . La regla compara la 
pérdida de este paso con la pérdida de un paso 
que está por lo menos num_steps  por detrás 
del paso actual. Por ejemplo, supongamos que 
la pérdida se guarda cada tres pasos, pero
num_steps  se establece en 10. En el paso 
21, la pérdida del paso 21 se compara con la 
pérdida del paso 9. El siguiente paso en el que 
se comprueba la pérdida es el paso 33, porque 
diez pasos desde el paso 21 es el paso 31 y en 
los pasos 31 y 32 la pérdida no se guarda.

Opcional

Valores válidos: número entero

Valor predeterminado: 10
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Nombre del parámetro Descripción

diff_percent La diferencia porcentual mínima que debe 
disminuir la pérdida entre num_steps .

Opcional

Valores válidos: 0.0 < número flotante < 100

Valor predeterminado: 0.1 (en porcentaje)

increase_threshold_percent El porcentaje límite máximo que se permite que 
aumente la pérdida en caso de pérdida ha ido 
aumentando

Opcional

Valores válidos: 0 < número flotante < 100

Valor predeterminado: 5 (en porcentaje)

mode El nombre del modo de depurador para 
consultar los valores de tensor para la 
comprobación de reglas. Si no se supera, 
la regla comprueba en orden de forma 
predeterminada mode.EVAL , mode.TRAIN
y mode.GLOBAL .

Opcional

Valores válidos: string (EVAL, TRAIN o
GLOBAL)

Valor predeterminado: GLOBAL

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.loss_not_decreasing(), 
        rule_parameters={ 
                "tensor_regex": ".*", 
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                "use_losses_collection": "True", 
                "num_steps": "10", 
                "diff_percent": "0.1", 
                "increase_threshold_percent": "5", 
                "mode": "GLOBAL" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

Overfit

Esta regla detecta si el modelo está sobreajustado a los datos de entrenamiento comparando la 
validación y las pérdidas de entrenamiento.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, 
MXNet y PyTorch) o al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Note

Una forma estándar de evitar el sobreajuste consiste en regularizar el modelo.

Descripciones de parámetros para la regla Overfit

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.
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Nombre del parámetro Descripción

Obligatorio

Valores válidos: string

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: none

start_step El paso a partir del cual empezar a comparar la 
validación y la pérdida de entrenamiento.

Opcional

Valores válidos: número entero

Valor predeterminado: 0
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Nombre del parámetro Descripción

patience El número de pasos para los que se permite 
que ratio_threshold  supere el valor 
establecido antes de que el modelo se 
considere sobreajuste.

Opcional

Valores válidos: número entero

Valor predeterminado: 1

ratio_threshold La proporción máxima de la diferencia entre la 
pérdida media de validación y la pérdida media 
de entrenamiento respecto de la pérdida media 
de entrenamiento. Si se supera este umbral 
en un número de pasos patience, el modelo 
está sobreajustando y la regla devuelve True.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.1

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.overfit(), 
        rule_parameters={ 
                "tensor_regex": ".*", 
                "start_step": "0", 
                "patience": "1", 
                "ratio_threshold": "0.1" 
        }, 
        collections_to_save=[ 
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "train.save_interval": "100", 
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                    "eval.save_interval": "10" 
                }  
            ) 
        ] 
    )
]

Overtraining

Esta regla detecta si un modelo se está sobreentrenando. Tras varias iteraciones de entrenamiento 
en un modelo que se comporta bien (disminuyen tanto las pérdidas de entrenamiento como las de 
validación), el modelo se acerca al mínimo de la función de pérdida y ya no mejora. Si el modelo 
sigue entrenándose, puede ocurrir que la pérdida de validación comience a aumentar, ya que el 
modelo empezará a sobreajustarse. Esta regla establece umbrales y condiciones para determinar si 
el modelo no mejora y evita problemas de sobreajuste debidos al sobreentrenamiento.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, 
MXNet y PyTorch) o al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Note

El sobreentrenamiento puede evitarse mediante una detención temprana. Para obtener 
información sobre la parada temprana, consulte Detener trabajos de entrenamiento pronto. 
Para ver un ejemplo que muestre cómo usar el entrenamiento de spot con el depurador, 
consulte Habilitar el entrenamiento de spot con el depurador de Amazon SageMaker.

Descripciones de parámetros para la regla Overtraining

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio
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Nombre del parámetro Descripción

Valores válidos: string

patience_train El número de pasos a esperar antes de que se 
considere que la pérdida de entrenamiento que 
ya no mejora.

Opcional

Valores válidos: número entero

Valor predeterminado: 5

patience_validation Se considera que el número de pasos a 
esperar antes de la pérdida de validación ya no 
mejora.

Opcional

Valores válidos: número entero

Valor predeterminado: 10

delta El umbral mínimo que debe mejorar el error 
antes de que se considere como un nuevo 
óptimo.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.01

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.overtraining(), 
        rule_parameters={ 
                "patience_train": "5", 
                "patience_validation": "10", 
                "delta": "0.01" 
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        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

SimilarAcrossRuns

Esta regla compara los tensores recopilados de una prueba base con los tensores de otra prueba.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, 
MXNet y PyTorch) o al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Descripciones de parámetros para la regla SimilarAcrossRuns

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

other_trials El nombre de un trabajo de entrenami 
ento completado cuyos tensores desea 
comparar con los tensores obtenidos del actual
base_trial .

Obligatorio
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Nombre del parámetro Descripción

Valores válidos: string

collection_names Lista de nombres de colección cuyos tensores 
inspecciona la regla.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: none

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: none

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.similar_across_runs(), 
        rule_parameters={ 
                "other_trials": "<specify-another-job-name>", 
                "collection_names": "losses", 
                "tensor_regex": ".*" 
        }, 
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        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

StalledTrainingRule

StalledTrainingRule detecta si no se ha realizado ningún progreso en el trabajo de entrenamiento 
y detiene el trabajo de entrenamiento si se activa la regla. Esta regla requiere que los tensores se 
guarden periódicamente en un intervalo de tiempo definido por su parámetro threshold. Esta regla 
sigue monitoreando la presencia de nuevos tensores y, si no se ha emitido ningún tensor nuevo para 
el intervalo umbral, se activa la regla.

Descripciones de los parámetros de la regla StalledTrainingRule

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

threshold Un umbral que define el tiempo en segundos 
que la regla espera a que se produzca una 
salida tensorial hasta que se desencadene un 
problema de entrenamiento estancado. El valor 
predeterminado es de 1800 segundos.

Opcional
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Nombre del parámetro Descripción

Valores válidos: número entero

Valor predeterminado: 1800

stop_training_on_fire Si se establece en True, compruebe si el 
trabajo de entrenamiento base genera tensores 
en "threshold " segundos.

Opcional

Valores válidos: booleano

Valor predeterminado: False

training_job_name_prefix El prefijo del nombre de trabajo de entrenami 
ento base. Si stop_training_on_fire
es true, la regla busca trabajos de entrenami 
ento de SageMaker con este prefijo en la 
misma cuenta. Si se detecta una inactividad, la 
regla realiza una acción StopTrainingJob . 
Tenga en cuenta que si se encuentran varios 
trabajos con el mismo prefijo, la regla omite la 
terminación. Es importante que el prefijo sea 
único para cada trabajo de entrenamiento.

Opcional

Valores válidos: string

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.stalled_training_rule(), 
        rule_parameters={ 
                "threshold": "1800", 
                "stop_training_on_fire": "True", 
                "training_job_name_prefix": "<specify-training-base-job-name>" 
        }, 
        collections_to_save=[  
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            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

TensorVariance

Esta regla detecta si tiene tensores con variaciones muy altas o bajas. Variaciones muy altas o bajas 
en un tensor podrían dar lugar a la saturación neuronal, lo que reduce la capacidad de aprendizaje 
de la red neuronal. Una variación muy alta en los tensores también puede dar lugar finalmente a la 
explosión de tensores. Utilice esta regla para detectar estos problemas con antelación.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, 
MXNet y PyTorch) o al algoritmo XGBoost. Debe especificar el parámetro collection_names o
tensor_regex. Si se especifican ambos parámetros, la regla inspecciona la unión de tensores de 
ambos conjuntos.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Descripciones de parámetros para la regla TensorVariance

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

collection_names Lista de nombres de colección cuyos tensores 
inspecciona la regla.
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Nombre del parámetro Descripción

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: none

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: none

max_threshold Umbral para el límite superior de la variación 
de tensor.

Opcional

Valores válidos: número flotante

Valor predeterminado: none
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Nombre del parámetro Descripción

min_threshold Umbral para el límite inferior de la variación de 
tensor.

Opcional

Valores válidos: número flotante

Valor predeterminado: none

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.tensor_variance(), 
        rule_parameters={ 
                "collection_names": "weights", 
                "max_threshold": "10", 
                "min_threshold": "0.00001", 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="weights",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

UnchangedTensor

Esta regla detecta si un tensor ya no cambia en los pasos.

Esta regla ejecuta el método numpy.allclose para comprobar si el tensor no está cambiando.

Esta regla se puede aplicar a uno de los marcos de aprendizaje profundo admitidos (TensorFlow, 
MXNet y PyTorch) o al algoritmo XGBoost. Debe especificar el parámetro collection_names o
tensor_regex. Si se especifican ambos parámetros, la regla inspecciona la unión de tensores de 
ambos conjuntos.
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Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Descripciones de parámetros para la regla UnchangedTensor

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

collection_names Lista de nombres de colección cuyos tensores 
inspecciona la regla.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: none

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional
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Nombre del parámetro Descripción

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: none

num_steps El número de pasos en los que comprueba la 
regla para determinar si el tensor ha cambiado.

Esto comprueba los últimos num_steps  que 
están disponibles. No tienen que ser consecuti 
vos. Si num_steps  es 2, en el paso s no 
verifica necesariamente s-1 y s. Si s-1 no está 
disponible, comprueba el último paso disponibl 
e junto con s. En ese caso, comprueba el 
último paso disponible con el paso actual.

Opcional

Valores válidos: número entero

Valor predeterminado: 3

rtol El parámetro de tolerancia relativa que se va a 
transferir al método numpy.allclose .

Opcional

Valores válidos: número flotante

Valor predeterminado: 1e-05

atol El parámetro de tolerancia absoluta que se va 
a transferir al método numpy.allclose .

Opcional

Valores válidos: número flotante

Valor predeterminado: 1e-08
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Nombre del parámetro Descripción

equal_nan Si comparar los NaNs como iguales. Si es
True, los NaNs en la matriz de entrada a se 
consideran iguales a los NaNs en la matriz 
de entrada b en la matriz de salida. Este 
parámetro se transfiere al método numpy.all 
close .

Opcional

Valores válidos: booleano

Valor predeterminado: False

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.unchanged_tensor(), 
        rule_parameters={ 
                "collection_names": "losses", 
                "tensor_regex": "", 
                "num_steps": "3", 
                "rtol": "1e-05", 
                "atol": "1e-08", 
                "equal_nan": "False" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]
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CheckInputImages

Esta regla comprueba si las imágenes de entrada se han normalizado correctamente. 
Específicamente, detecta si la media de los datos de muestra difiere de cero en más de un valor 
umbral. Muchos modelos de visión artificial requieren que los datos de entrada tengan una media 
cero y varianza unitaria.

Esta regla es aplicable a aplicaciones de aprendizaje profundo.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Descripciones de parámetros para la regla CheckInputImages

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

threshold_mean Un umbral que define en qué medida la media 
de los datos de entrada puede diferir de 0.

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.2

threshold_samples El número de imágenes que se deben 
muestrear antes de que se pueda lanzar 
un error. Si el valor es demasiado bajo, la 
estimación de la media del conjunto de datos 
será inexacta.

Opcional
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Nombre del parámetro Descripción

Valores válidos: número entero

Valor predeterminado: 500

regex El nombre del tensor de datos de entrada.

Opcional

Valores válidos: string

Valor predeterminado: ".*hybrid 
sequential0_input_0"  (el nombre del 
tensor de entrada para los modelos de Apache 
MXNet usando HybridSequential)

channel La posición del canal de color en la matriz de 
forma del tensor de entrada.

Opcional

Valores válidos: número entero

Valor predeterminado: 1 (por ejemplo, MXNet 
espera datos de entrada en forma de (batch_si 
ze, channel, height, width))

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.check_input_images(), 
        rule_parameters={ 
                "threshold_mean": "0.2", 
                "threshold_samples": "500", 
                "regex": ".*hybridsequential0_input_0", 
                "channel": "1" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_inputs_collection",  
                parameters={ 

Utilice el depurador de SageMaker 3536



Amazon SageMaker Guía para desarrolladores

                    "include_regex": ".*hybridsequential0_input_0", 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

NLPSequenceRatio

Esta regla calcula la proporción de tokens específicos dado el resto de la secuencia de entrada que 
es útil para optimizar el rendimiento. Por ejemplo, puede calcular el porcentaje de relleno de tokens 
de fin de oración (EOS) en la secuencia de entrada. Si el número de tokens EOS es demasiado 
alto, se debe realizar una estrategia de asignación de buckets alternativa. También puede calcular 
el porcentaje de tokens desconocidos en su secuencia de entrada. Si el número de palabras 
desconocidas es demasiado alto, podría utilizarse un vocabulario alternativo.

Esta regla es aplicable a aplicaciones de aprendizaje profundo.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Descripciones de parámetros para la regla NLPSequenceRatio

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

tensor_regex Una lista de patrones de expresiones regulares 
que se utiliza para restringir esta comparaci 
ón a tensores de valores escalares específic 
os. La regla inspecciona solo los tensores que 
coinciden con los patrones de expresiones 
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Nombre del parámetro Descripción

regulares especificados en la lista. Si no se 
aprueba ningún patrón, la regla compara todos 
los tensores recopilados en las pruebas de 
forma predeterminada. Solo pueden coincidir 
los tensores de valor escalar.

Opcional

Valores válidos: lista de cadenas o una cadena 
separada por comas

Valor predeterminado: ".*embedd 
ing0_input_0"  (suponiendo una integraci 
ón como capa inicial de la red)

token_values Una cadena de una lista de los valores 
numéricos de los tokens. Por ejemplo, "3, 0".

Opcional

Valores válidos: string de valores numéricos 
separados por comas

Valor predeterminado: 0

token_thresholds_percent Una cadena de una lista de umbrales (en 
porcentajes) que corresponden a cada uno 
de los token_values . Por ejemplo, "50.0, 
50.0".

Opcional

Valores válidos: string de números flotantes 
separada por comas

Valor predeterminado: "50"
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built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.nlp_sequence_ratio(), 
        rule_parameters={ 
                "tensor_regex": ".*embedding0_input_0", 
                "token_values": "0", 
                "token_thresholds_percent": "50" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_inputs_collection",  
                parameters={ 
                    "include_regex": ".*embedding0_input_0" 
                }  
            ) 
        ] 
    )
]

Confusion

Esta regla evalúa lo buena que es una matriz de confusión para un problema de clasificación.

Crea una matriz de tamaño category_no*category_no y la rellena con datos procedentes 
de pares (labels, predictions). Para cada par (labels, predictions), el recuento
confusion[labels][predictions] se incrementa en 1. Cuando la matriz está completamente 
llena, la proporción de los valores de los datos en diagonal y fuera de diagonal se evalúa de la 
siguiente manera:

• Para elementos en la diagonal: confusion[i][i]/sum_j(confusion[j][j])>=min_diag

• Para elementos fuera de la diagonal: confusion[j][i])/sum_j(confusion[j]
[i])<=max_off_diag

Esta regla se puede aplicar al algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.
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Descripciones de parámetros para la regla Confusion

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

category_no El número de categorías.

Opcional

Valores válidos: número entero ≥2

Valor predeterminado: "None"

labels La colección de tensores labels o un vector 
unidimensional de etiquetas true.

Opcional

Valores válidos: string

Valor predeterminado: "labels"

predictions La colección de tensores predictions  o un 
vector unidimensional de etiquetas estimadas.

Opcional

Valores válidos: string

Valor predeterminado: "predictions"

labels_collection La regla inspecciona los tensores de esta 
colección para labels.
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Nombre del parámetro Descripción

Opcional

Valores válidos: string

Valor predeterminado: "labels"

predictions_collection La regla inspecciona los tensores de esta 
colección para predictions .

Opcional

Valores válidos: string

Valor predeterminado: "predictions"

min_diag El umbral mínimo para la relación de datos en 
la diagonal.

Opcional

Valores válidos: 0≤número flotante≤1

Valor predeterminado: 0.9

max_off_diag El umbral máximo para la relación de datos 
fuera de la diagonal.

Opcional

Valores válidos: 0≤número flotante≤1

Valor predeterminado: 0.1

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.confusion(), 
        rule_parameters={ 
                "category_no": "10", 
                "labels": "labels", 
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                "predictions": "predictions", 
                "labels_collection": "labels", 
                "predictions_collection": "predictions", 
                "min_diag": "0.9", 
                "max_off_diag": "0.1" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="labels", 
                parameters={ 
                    "save_interval": "500" 
                }  
            ), 
            CollectionConfig( 
                name="predictions", 
                parameters={ 
                    "include_regex": "500" 
                }  
            ) 
        ] 
    )
]

Note

Esta regla infiere los valores predeterminados de los parámetros opcionales si no se 
especifican sus valores.

FeatureImportanceOverweight

Esta regla acumula las ponderaciones de los valores n de mayor importancia de las características 
por paso y se asegura de que no superen el umbral. Por ejemplo, puede establecer el umbral para 
que las tres características principales no retengan más del 80 por ciento de los pesos totales del 
modelo.

Esta regla es válida solo para el algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Utilice el depurador de SageMaker 3542



Amazon SageMaker Guía para desarrolladores

Descripciones de los parámetros de la regla FeatureImportanceOverweight.

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

threshold Define el umbral de la proporción de la suma 
acumulada de las características n más 
grandes. El número n viene definido por el 
parámetro nfeatures .

Opcional

Valores válidos: número flotante

Valor predeterminado: 0.8

nfeatures El número de características más grandes.

Opcional

Valores válidos: número entero

Valor predeterminado: 3

tensor_regex La expresión regular (regex) del tensor nombra 
la regla que se va a analizar.

Opcional

Valores válidos: string
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Nombre del parámetro Descripción

Valor predeterminado: ".*featur 
e_importance/weight"

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.feature_importance_overweight(), 
        rule_parameters={ 
                "threshold": "0.8", 
                "nfeatures": "3", 
                "tensor_regex": ".*feature_importance/weight" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="feature_importance",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

TreeDepth

Esta regla mide la profundidad de los árboles en un modelo XGBoost. XGBoost rechaza las 
divisiones si no mejoran la pérdida. Esto regulariza el entrenamiento. Como resultado, es posible que 
el árbol no crezca con tanta profundidad como se define en parámetro depth.

Esta regla es válida solo para el algoritmo XGBoost.

Para ver un ejemplo de cómo configurar e implementar una regla integrada, consulte Configurar 
reglas integradas del depurador.

Descripciones de parámetros para la regla TreeDepth

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
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Nombre del parámetro Descripción

SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

depth La profundidad del árbol. La profundidad del 
árbol se obtiene calculando el logaritmo base 2 
del ID de nodo mayor.

Opcional

Valores válidos: número flotante

Valor predeterminado: 4

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.tree_depth(), 
        rule_parameters={ 
                "depth": "4" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="tree",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]
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Cree reglas personalizadas del depurador para análisis de trabajos de entrenamiento

Puede crear reglas personalizadas para monitorizar su trabajo de entrenamiento mediante las API 
de reglas del depurador y la biblioteca de Python de código abierto smdebug, que proporciona 
herramientas para crear sus propios contenedores de reglas.

Temas

• Requisitos previos para crear reglas personalizadas del depurador

• Utilice la biblioteca cliente del depurador smdebug para crear un script de Python de reglas 
personalizadas

• Utilice las API del depurador para ejecutar sus propias reglas personalizadas

Requisitos previos para crear reglas personalizadas del depurador

Para crear reglas personalizadas del depurador, necesita cumplir con los siguientes requisitos 
previos.

• API Rule.custom del depurador de SageMaker

• La biblioteca de Python de código abierto smdebug

• Su propio script de Python con reglas personalizadas

• URL del registro del depurador de Amazon SageMaker para evaluadores de reglas personalizadas

Utilice la biblioteca cliente del depurador smdebug para crear un script de Python de reglas 
personalizadas

La API de reglas smdebug proporciona una interfaz para configurar sus propias reglas 
personalizadas. El siguiente script de Python es un ejemplo de cómo crear una regla personalizada,
CustomGradientRule. Esta regla personalizada del tutorial comprueba si los gradientes se están 
haciendo demasiado grandes y establece el umbral predeterminado en 10. La regla personalizada 
utiliza una prueba base creada por un estimador de SageMaker cuando se inicia el trabajo de 
entrenamiento.

from smdebug.rules.rule import Rule

class CustomGradientRule(Rule): 
    def __init__(self, base_trial, threshold=10.0): 
        super().__init__(base_trial) 
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        self.threshold = float(threshold) 

    def invoke_at_step(self, step): 
        for tname in self.base_trial.tensor_names(collection="gradients"): 
            t = self.base_trial.tensor(tname) 
            abs_mean = t.reduction_value(step, "mean", abs=True) 
            if abs_mean > self.threshold: 
                return True 
        return False

Puede añadir varias clases de reglas personalizadas tantas como desee en el mismo script de 
Python e implementarlas en cualquier prueba de trabajo de entrenamiento mediante la creación de 
objetos de reglas personalizadas en la siguiente sección.

Utilice las API del depurador para ejecutar sus propias reglas personalizadas

El siguiente ejemplo de código muestra cómo configurar una regla personalizada con el Amazon 
SageMaker Python SDK. En este ejemplo se supone que el script de reglas personalizadas que creó 
en el paso anterior se encuentra en 'path/to/my_custom_rule.py'.

from sagemaker.debugger import Rule, CollectionConfig

custom_rule = Rule.custom( 
    name='MyCustomRule', 
    image_uri='759209512951.dkr.ecr.us-west-2.amazonaws.com/sagemaker-debugger-rule-
evaluator:latest',  
    instance_type='ml.t3.medium',      
    source='path/to/my_custom_rule.py',  
    rule_to_invoke='CustomGradientRule',      
    collections_to_save=[CollectionConfig("gradients")],  
    rule_parameters={"threshold": "20.0"}
)        

En la siguiente lista se explican los argumentos de la API Rule.custom del depurador.

• name (str): especifique el nombre de las reglas personalizadas que desee.

• image_uri (str): esta es la imagen del contenedor que tiene la lógica de entender su regla 
personalizada. Obtiene y evalúa las colecciones de tensores especificadas que haya guardado 
en el trabajo de entrenamiento. Puede encontrar la lista de imágenes de código abierto del 
evaluador de reglas de SageMaker en URL del registro del depurador de Amazon SageMaker para 
evaluadores de reglas personalizadas.
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• instance_type (str): debe especificar una instancia para crear un contenedor de Docker de 
reglas. Esto hace girar la instancia en paralelo con un contenedor de entrenamiento.

• source (str): esta es la ruta local o el URI de Amazon S3 a su script de reglas personalizadas.

• rule_to_invoke (str): especifique la implementación de la clase de regla específica en su script 
de reglas personalizadas. SageMaker solo admite la evaluación de una regla a la vez en un trabajo 
de reglas.

• collections_to_save (str): especifique qué colecciones de tensores guardará para que se 
ejecute la regla.

• rule_parameters (diccionario): acepta entradas de parámetros en formato diccionario. Puede 
ajustar los parámetros que haya configurado en el script de reglas personalizadas.

Tras configurar el objeto custom_rule, puede utilizarlo para crear un estimador de SageMaker para 
cualquier trabajo de entrenamiento. Especifique el entry_point en su script de entrenamiento. No 
necesita hacer ningún cambio en su script de entrenamiento.

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
                role=sagemaker.get_execution_role(), 
                base_job_name='smdebug-custom-rule-demo-tf-keras', 
                entry_point='path/to/your_training_script.py' 
                train_instance_type='ml.p2.xlarge' 
                ... 
                 
                # debugger-specific arguments below 
                rules = [custom_rule]
)

estimator.fit()

Para ver más variantes y ejemplos avanzados del uso de las reglas personalizadas del depurador, 
consulte los siguientes cuadernos de ejemplo.

• Monitorice su trabajo de entrenamiento con las reglas personalizadas del depurador de Amazon 
SageMaker

• Eliminación del modelo iterativo PyTorch de ResNet y AlexNet

• Desencadenar eventos de Amazon CloudWatch usando reglas del depurador para tomar una 
acción basada en el estado de entrenamiento con TensorFlow
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Uso del depurador con contenedores de entrenamiento personalizados

El depurador de Amazon SageMaker está disponible para todos los modelos de aprendizaje 
profundo que incorpore a Amazon SageMaker. La AWS CLI, la API Estimator de SageMaker y 
las API del depurador le permiten utilizar cualquier imagen base de Docker para crear y personalizar 
contenedores con el fin de entrenar sus modelos. Para utilizar el depurador con contenedores 
personalizados, debe realizar un cambio pequeño en el script de entrenamiento a fin de implementar 
la devolución de llamada al enlace del depurador y recuperar los tensores de los trabajos de 
entrenamiento.

Para crear un contenedor personalizado con el depurador, necesita los siguientes recursos.

• Amazon SageMaker Python SDK

• La biblioteca cliente de código abierto de SMDebug

• Una imagen base de Docker que usted elija

• El Script de entrenamiento con un enlace de depuración registrado: para obtener más información 
sobre cómo registrar un enlace del depurador en su script de entrenamiento, consulte Registro del 
enlace del depurador en el script de entrenamiento.

Si desea obtener un ejemplo completo del uso del depurador con un contenedor de entrenamiento 
personalizado, consulte el siguiente cuaderno de ejemplo.

• Build a Custom Training Container and Debug Training Jobs with Debugger

Tip

Esta guía sobre el contenedor personalizado con el depurador es una extensión de la guía
Adaptación del contenedor de entrenamiento propio, en la que se explica detalladamente 
cómo crear e introducir un contenedor de entrenamiento personalizado en Amazon ECR.

Preparación para crear un contenedor de entrenamiento personalizado

Para construir un contenedor de Docker, la estructura básica de los archivos debería ser la siguiente:

### debugger_custom_container_test_notebook.ipynb      # a notebook to run python 
 snippet codes
### debugger_custom_container_test_folder              # this is a docker folder 
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    ###  your-training-script.py                       # your training script with 
 Debugger hook 
    ###  Dockerfile                                    # a Dockerfile to build your own 
 container

Registro del enlace del depurador en el script de entrenamiento

Para depurar el modelo de entrenamiento, necesita añadir un enlace de depuración al script de 
entrenamiento.

Note

Este paso es necesario para recopilar los parámetros del modelo (tensores de salida) a fin de 
depurar el entrenamiento del modelo. Si solo quiere monitorizar y elaborar un perfil, puede 
omitir este paso de registro de enlace y excluir el parámetro debugger_hook_config al 
crear un estimador.

El siguiente código de ejemplo muestra la estructura de un script de entrenamiento que utiliza 
el modelo Keras ResNet50, así como el método para pasar el enlace del depurador como una 
devolución de llamada a Keras para la depuración. Si desea consultar un script de entrenamiento 
completo, vaya a TensorFlow training script with SageMaker Debugger hook.

# An example of training script (your-training-script.py)
import tensorflow.compat.v2 as tf
from tensorflow.keras.applications.resnet50 import ResNet50
import smdebug.tensorflow as smd

def train(batch_size, epoch, model, hook): 

    ... 
    model.fit(X_train, Y_train, 
              batch_size=batch_size, 
              epochs=epoch, 
              validation_data=(X_valid, Y_valid), 
              shuffle=True, 

               # smdebug modification: Pass the Debugger hook in the main() as a Keras 
 callback
              callbacks=[hook])
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def main(): 
    parser=argparse.ArgumentParser(description="Train resnet50 cifar10") 

    # hyperparameter settings 
    parser.add_argument(...) 
     
    args = parser.parse_args() 

    model=ResNet50(weights=None, input_shape=(32,32,3), classes=10) 

     # Add the following line to register the Debugger hook for Keras.
    hook=smd.KerasHook.create_from_json_file()

    # Start the training. 
    train(args.batch_size, args.epoch, model, hook)

if __name__ == "__main__": 
    main() 
         

Para obtener más información sobre cómo registrar el enlace del depurador en los marcos y 
algoritmos compatibles, consulta los siguientes enlaces de la biblioteca cliente de SMDebug:

• SMDebug TensorFlow hook

• SMDebug PyTorch hook

• SMDebug MXNet hook

• SMDebug XGBoost hook

En los siguientes ejemplos de scripts de entrenamiento en cuadernos, puede encontrar más 
ejemplos sobre cómo añadir los enlaces del depurador a los scripts de entrenamiento y recopilar los 
tensores de salida en detalle:

• Debugger in script mode with the TensorFlow 2.1 framework

Para ver la diferencia entre usar Debugger en un contenedor de aprendizaje profundo y en modo 
de script, abra este bloc de notas y colóquelo al lado del ejemplo anterior de bloc de notas de 
Debugger en un contenedor de aprendizaje profundo TensorFlow v2.1.

En el modo de script, la parte de configuración del enlace se elimina del script en el que se 
establece el estimador. En lugar de esto, la característica de enlace del depurador se combina 
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con el script de entrenamiento,  TensorFlow Keras ResNet training script in script mode. El script 
de entrenamiento importa la biblioteca smdebug en el entorno TensorFlow Keras pertinente 
para comunicarse con el algoritmo TensorFlow ResNet50. También implementa manualmente 
la funcionalidad de enlace smdebug agregando el argumento callbacks=[hook] dentro de la 
función train (en la línea 49) y agregando la configuración manual del enlace (en la línea 89) 
proporcionada a través del SDK Python de SageMaker.

Este ejemplo de modo de script ejecuta el trabajo de entrenamiento en el marco TF 2.1 para 
realizar una comparación directa con el trabajo sin ningún cambio de script en el ejemplo de TF 
2.1. La ventaja de configurar el depurador en modo de script es la flexibilidad de elegir versiones 
de marco no cubiertas por contenedores de aprendizaje profundo de AWS.

• Using Amazon SageMaker Debugger in a PyTorch Container in Script Mode

Este cuaderno habilita el depurador en modo de script en el marco PyTorch v1.3.1. PyTorch v1.3.1 
es compatible con contenedores de SageMaker, y este ejemplo muestra detalles sobre cómo 
modificar un script de entrenamiento.

El estimador PyTorch de SageMaker ya está en modo de script de forma predeterminada. En el 
bloc de notas verá que la línea para activar el script_mode no está incluida en la configuración 
del estimador.

Este cuaderno muestra pasos detallados para cambiar el script de entrenamiento de PyTorch 
original a una versión modificada para habilitar el depurador. Además, en este ejemplo se 
muestra cómo puede utilizar las reglas integradas del depurador para detectar problemas 
de entrenamiento, como problemas de desaparición de gradientes; también se muestran las 
características de prueba del depurador para llamar a los tensores guardados y analizarlos.

Crear y configurar un Dockerfile

Abra SageMaker JupyterLab y cree una nueva carpeta (en este ejemplo,
debugger_custom_container_test_folder) para guardar el script de entrenamiento y el
Dockerfile. El siguiente ejemplo de código es un Dockerfile que incluye las recomendaciones 
esenciales de compilación de Docker. Pegue el siguiente código en el archivo de texto Dockerfile
y guárdelo. Suba el script de entrenamiento a la misma carpeta.

# Specify a docker base image
FROM tensorflow/tensorflow:2.2.0rc2-gpu-py3
RUN /usr/bin/python3 -m pip install --upgrade pip
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RUN pip install --upgrade protobuf

# Install required packages to enable the SageMaker Python SDK and the smdebug library
RUN pip install sagemaker-training
RUN pip install smdebug
CMD ["bin/bash"]

Si quiere utilizar una imagen de contenedor de aprendizaje profundo de AWS, consulte Available 
AWS Deep Learning Containers Images.

Crear e insertar el contenedor de entrenamiento personalizado en Amazon ECR

Cree un cuaderno de prueba (debugger_custom_container_test_notebook.ipynb) 
y ejecute el siguiente código en la celda del cuaderno. Esto dará acceso al directorio
debugger_byoc_test_docker, compilará el docker con el algorithm_name especificado y 
enviará el contenedor de Docker a su Amazon ECR.

import boto3

account_id = boto3.client('sts').get_caller_identity().get('Account')
ecr_repository = 'sagemaker-debugger-mnist-byoc-tf2'
tag = ':latest'

region = boto3.session.Session().region_name

uri_suffix = 'amazonaws.com'
if region in ['cn-north-1', 'cn-northwest-1']: 
    uri_suffix = 'amazonaws.com.cn'
byoc_image_uri = '{}.dkr.ecr.{}.{}/{}'.format(account_id, region, uri_suffix, 
 ecr_repository + tag)

!docker build -t $ecr_repository docker
!$(aws ecr get-login --region $region --registry-ids $account_id --no-include-email)
!aws ecr create-repository --repository-name $ecr_repository
!docker tag {ecr_repository + tag} $byoc_image_uri
!docker push $byoc_image_uri

Tip

Si utiliza una de las imágenes base del contenedor de aprendizaje profundo de AWS, ejecute 
el siguiente código para iniciar sesión en Amazon ECR y acceder al repositorio de imágenes 
de contenedor de aprendizaje profundo.
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! aws ecr get-login-password --region {region} | docker login --username AWS --
password-stdin 763104351884.dkr.ecr.us-east-1.amazonaws.com

Ejecutar y depurar los trabajos de entrenamiento con el contenedor de entrenamiento personalizado

Después de crear e insertar el contenedor de Docker en Amazon ECR, configure un estimador 
de SageMaker con el script de entrenamiento y los parámetros específicos del depurador. Tras 
ejecutar estimator.fit(), el depurador recopilará los tensores de salida, los supervisará y 
detectará los problemas de entrenamiento. Con los tensores guardados, puede analizar más a fondo 
el trabajo de entrenamiento utilizando las funciones y herramientas principales de smdebug. Al 
configurar un flujo de trabajo del proceso de supervisión de las reglas del depurador con eventos 
de Amazon CloudWatch y AWS Lambda, puede automatizar el proceso de detención del trabajo de 
entrenamiento siempre que las reglas del depurador detecten problemas.

import sagemaker
from sagemaker.estimator import Estimator
from sagemaker.debugger import Rule, DebuggerHookConfig, CollectionConfig, rule_configs

profiler_config=ProfilerConfig(...)
debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule()), 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=Estimator( 
    image_uri=byoc_image_uri, 
    entry_point="./debugger_custom_container_test_folder/your-training-script.py" 
    role=sagemaker.get_execution_role(), 
    base_job_name='debugger-custom-container-test', 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
     
    # Debugger-specific parameters 
    profiler_config=profiler_config, 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)
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# start training
estimator.fit()

Configuración del depurador mediante la API de Amazon SageMaker

Los temas anteriores se centran en el uso del depurador a través del Amazon SageMaker Python 
SDK, que es un encapsulador de AWS SDK for Python (Boto3) de las operaciones de la API de 
SageMaker. Esto ofrece una experiencia de alto nivel de acceso a las operaciones de la API de 
Amazon SageMaker. En caso de que necesite configurar manualmente las operaciones de la API de 
SageMaker mediante Boto3 AWS o AWS Command Line Interface (CLI) para otros SDK, como Java, 
Go y C++, esta sección explica cómo configurar las siguientes operaciones de API de bajo nivel.

Temas

• JSON (AWS CLI)

• Boto3 AWS

JSON (AWS CLI)

Las reglas integradas del depurador de Amazon SageMaker pueden configurarse para un trabajo de 
entrenamiento mediante los objetos DebugHookConfig, DebugRuleConfiguration, ProfilerConfig y
ProfilerRuleConfiguration a través de la operación de la API CreateTrainingJob. Debe especificar el 
URI de imagen correcto en el parámetro RuleEvaluatorImage y, en los siguientes ejemplos, se 
explica cómo configurar las cadenas JSON para solicitar CreateTrainingJob.

El siguiente código muestra una plantilla JSON completa para ejecutar un trabajo de entrenamiento 
con los ajustes necesarios y las configuraciones del depurador. Guarde la plantilla como un archivo 
JSON en su directorio de trabajo y ejecute el trabajo de entrenamiento mediante CLI AWS. Por 
ejemplo, guarde el siguiente código como debugger-training-job-cli.json.

Note

Asegúrese de utilizar las imágenes del contenedor de Docker correctas. Para encontrar 
imágenes del contenedor de aprendizaje profundo AWS, consulte las imágenes de los 
contenedores de aprendizaje profundo disponibles. Para ver una lista completa de las 
imágenes de Docker disponibles para usar las reglas del depurador, consulte Utilice 
imágenes de Docker del depurador para reglas integradas o personalizadas.
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{ 
   "TrainingJobName": "debugger-aws-cli-test", 
   "RoleArn": "arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-YYYYMMDDT123456", 
   "AlgorithmSpecification": { 
      // Specify a training Docker container image URI (Deep Learning Container or your 
 own training container) to TrainingImage. 
      "TrainingImage": "763104351884.dkr.ecr.us-west-2.amazonaws.com/tensorflow-
training:2.4.1-gpu-py37-cu110-ubuntu18.04", 
      "TrainingInputMode": "File", 
      "EnableSageMakerMetricsTimeSeries": false 
   }, 
   "HyperParameters": { 
      "sagemaker_program": "entry_point/tf-hvd-train.py", 
      "sagemaker_submit_directory": "s3://sagemaker-us-west-2-111122223333/debugger-
boto3-profiling-test/source.tar.gz" 
   }, 
   "OutputDataConfig": {  
      "S3OutputPath": "s3://sagemaker-us-west-2-111122223333/debugger-aws-cli-test/
output" 
   }, 
   "DebugHookConfig": {  
      "S3OutputPath": "s3://sagemaker-us-west-2-111122223333/debugger-aws-cli-test/
debug-output", 
      "CollectionConfigurations": [ 
         { 
            "CollectionName": "losses", 
            "CollectionParameters" : { 
                "train.save_interval": "50" 
            } 
         } 
      ] 
   }, 
   "DebugRuleConfigurations": [  
      {  
         "RuleConfigurationName": "LossNotDecreasing", 
         "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest", 
         "RuleParameters": {"rule_to_invoke": "LossNotDecreasing"} 
      } 
   ], 
   "ProfilerConfig": {  
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      "S3OutputPath": "s3://sagemaker-us-west-2-111122223333/debugger-aws-cli-test/
profiler-output", 
      "ProfilingIntervalInMilliseconds": 500, 
      "ProfilingParameters": { 
          "DataloaderProfilingConfig": "{\"StartStep\": 5, \"NumSteps\": 3, 
 \"MetricsRegex\": \".*\", }", 
          "DetailedProfilingConfig": "{\"StartStep\": 5, \"NumSteps\": 3, }", 
          "PythonProfilingConfig": "{\"StartStep\": 5, \"NumSteps\": 3, \"ProfilerName
\": \"cprofile\", \"cProfileTimer\": \"total_time\"}", 
          "LocalPath": "/opt/ml/output/profiler/"  
      } 
   }, 
   "ProfilerRuleConfigurations": [  
      {  
         "RuleConfigurationName": "ProfilerReport", 
         "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest", 
         "RuleParameters": {"rule_to_invoke": "ProfilerReport"} 
      } 
   ], 
   "ResourceConfig": {  
      "InstanceType": "ml.p3.8xlarge", 
      "InstanceCount": 1, 
      "VolumeSizeInGB": 30 
   }, 
    
   "StoppingCondition": {  
      "MaxRuntimeInSeconds": 86400
   }
}

Después de guardar el archivo JSON, ejecute el siguiente comando en su terminal. (Utilice ! al 
principio de la línea si usa un cuaderno de Jupyter).

aws sagemaker create-training-job --cli-input-json file://debugger-training-job-
cli.json

Configurar una regla del depurador para depurar los parámetros del modelo

En el siguiente ejemplo de código se muestra cómo configurar una regla VanishingGradient
integrada mediante esta API de SageMaker.

Permitir que el depurador recopile los tensores de salida
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Especifique la configuración del enlace del depurador de la siguiente manera:

"DebugHookConfig": { 
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/debug-output", 
    "CollectionConfigurations": [ 
        { 
            "CollectionName": "gradients", 
            "CollectionParameters" : { 
                "save_interval": "500" 
            } 
        } 
    ]
}

Esto hará que el trabajo de entrenamiento guarde la colección de tensores, gradients, cada
save_interval de 500 pasos. Para encontrar los valores disponibles CollectionName, 
consulte las colecciones integradas del depurador en la documentación de la biblioteca cliente 
de SMDebug. Para encontrar las claves y valores de los parámetros CollectionParameters
disponibles, consulte la clase sagemaker.debugger.CollectionConfig en la documentación 
del SageMaker Python SDK.

Activar las reglas del depurador para depurar los tensores de salida

El siguiente ejemplo de API DebugRuleConfigurations muestra cómo ejecutar la regla
VanishingGradientintegrada en la colección gradients guardada.

"DebugRuleConfigurations": [ 
    { 
        "RuleConfigurationName": "VanishingGradient", 
        "RuleEvaluatorImage": "503895931360.dkr.ecr.us-east-1.amazonaws.com/sagemaker-
debugger-rules:latest", 
        "RuleParameters": { 
            "rule_to_invoke": "VanishingGradient", 
            "threshold": "20.0" 
        } 
    }
]

Con una configuración como la de este ejemplo, el depurador inicia un trabajo de evaluación de 
reglas para el trabajo de entrenamiento mediante la regla gradients de la colección de tensores
VanishingGradient. Para ver una lista completa de las imágenes de Docker disponibles para 
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usar las reglas del depurador, consulte Utilice imágenes de Docker del depurador para reglas 
integradas o personalizadas. Para encontrar los pares clave-valor de RuleParameters, consulte
Lista de reglas integradas del depurador.

Configurar una regla integrada en el depurador para perfilar las métricas del sistema y del marco

El siguiente código de ejemplo muestra cómo especificar la operación de la API ProfilerConfig para 
permitir la recopilación de métricas del sistema y del marco.

Habilitar la creación de perfiles del depurador para recopilar métricas del sistema y del marco

Target Step

"ProfilerConfig": {  
    // Optional. Path to an S3 bucket to save profiling outputs 
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/profiler-output",  
    // Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1 
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds. 
    "ProfilingIntervalInMilliseconds": 500,  
    "ProfilingParameters": { 
        "DataloaderProfilingConfig": "{ \"StartStep\": 5, \"NumSteps\": 3, 
 \"MetricsRegex\": \".*\" }", 
        "DetailedProfilingConfig": "{ \"StartStep\": 5, \"NumSteps\": 3 }", 
        // For PythonProfilingConfig, 
        // available ProfilerName options: cProfile, Pyinstrument 
        // available cProfileTimer options only when using cProfile: cpu, off_cpu, 
 total_time 
        "PythonProfilingConfig": "{ \"StartStep\": 5, \"NumSteps\": 3, 
 \"ProfilerName\": \"cProfile\", \"cProfileTimer\": \"total_time\" }", 
        // Optional. Local path for profiling outputs 
        "LocalPath": "/opt/ml/output/profiler/"  
    }
}

Target Time Duration

"ProfilerConfig": {  
    // Optional. Path to an S3 bucket to save profiling outputs 
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/profiler-output",  
    // Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1 
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds. 
    "ProfilingIntervalInMilliseconds": 500, 
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    "ProfilingParameters": { 
        "DataloaderProfilingConfig": "{ \"StartTimeInSecSinceEpoch\": 12345567789, 
 \"DurationInSeconds\": 10, \"MetricsRegex\": \".*\" }", 
        "DetailedProfilingConfig": "{ \"StartTimeInSecSinceEpoch\": 12345567789, 
 \"DurationInSeconds\": 10 }", 
        // For PythonProfilingConfig, 
        // available ProfilerName options: cProfile, Pyinstrument 
        // available cProfileTimer options only when using cProfile: cpu, off_cpu, 
 total_time 
        "PythonProfilingConfig": "{ \"StartTimeInSecSinceEpoch\": 12345567789, 
 \"DurationInSeconds\": 10, \"ProfilerName\": \"cProfile\", \"cProfileTimer\": 
 \"total_time\" }", 
        // Optional. Local path for profiling outputs 
        "LocalPath": "/opt/ml/output/profiler/"   
    }
}

Habilitar las reglas del depurador para perfilar las métricas

En el siguiente ejemplo de código se muestra cómo configurar la regla ProfilerReport.

"ProfilerRuleConfigurations": [  
    { 
        "RuleConfigurationName": "ProfilerReport", 
        "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest", 
        "RuleParameters": { 
            "rule_to_invoke": "ProfilerReport", 
            "CPUBottleneck_cpu_threshold": "90", 
            "IOBottleneck_threshold": "90" 
        } 
    }
]

Para ver una lista completa de las imágenes de Docker disponibles para usar las reglas 
del depurador, consulte Utilice imágenes de Docker del depurador para reglas integradas o 
personalizadas. Para encontrar los pares clave-valor de RuleParameters, consulte Lista de reglas 
integradas del depurador.
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Actualice la configuración de creación de perfiles del depurador mediante la operación de la API
UpdateTrainingJob.

La configuración de los perfiles del depurador puede actualizarse mientras se ejecuta el trabajo de 
entrenamiento mediante la operación de la API UpdateTrainingJob. Configure los nuevos objetos
ProfilerConfig y ProfilerRuleConfiguration y especifique el nombre del trabajo de entrenamiento en el 
parámetro TrainingJobName.

{ 
    "ProfilerConfig": {  
        "DisableProfiler": boolean, 
        "ProfilingIntervalInMilliseconds": number, 
        "ProfilingParameters": {  
            "string" : "string"  
        } 
    }, 
    "ProfilerRuleConfigurations": [  
        {  
            "RuleConfigurationName": "string", 
            "RuleEvaluatorImage": "string", 
            "RuleParameters": {  
                "string" : "string"  
            } 
        } 
    ], 
    "TrainingJobName": "your-training-job-name-YYYY-MM-DD-HH-MM-SS-SSS"
}

Agregue la configuración de reglas personalizadas del depurador a la operación de la API 
CreateTrainingJob

Es posible configurar una regla personalizada para un trabajo de entrenamiento mediante los 
objetos DebugHookConfig y DebugRuleConfiguration de la operación de la API CreateTrainingJob. 
El siguiente ejemplo de código muestra cómo configurar una regla ImproperActivation
personalizada escrita con la biblioteca smdebug mediante esta API de SageMaker. En este ejemplo 
se supone que ha escrito la regla personalizada en el archivo custom_rules.py y la ha cargado en un 
bucket de Amazon S3. El ejemplo proporciona imágenes de Docker prediseñadas que puede usar 
para ejecutar sus reglas personalizadas. Se enumeran en URL del registro del depurador de Amazon 
SageMaker para evaluadores de reglas personalizadas. Especifique la dirección URL del registro 
para la imagen de Docker prediseñada en el parámetro RuleEvaluatorImage.
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"DebugHookConfig": { 
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/debug-output", 
    "CollectionConfigurations": [ 
        { 
            "CollectionName": "relu_activations", 
            "CollectionParameters": { 
                "include_regex": "relu", 
                "save_interval": "500", 
                "end_step": "5000" 
            } 
        } 
    ]
},
"DebugRulesConfigurations": [ 
    { 
        "RuleConfigurationName": "improper_activation_job", 
        "RuleEvaluatorImage": "552407032007.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-
debugger-rule-evaluator:latest", 
        "InstanceType": "ml.c4.xlarge", 
        "VolumeSizeInGB": 400, 
        "RuleParameters": { 
           "source_s3_uri": "s3://bucket/custom_rules.py", 
           "rule_to_invoke": "ImproperActivation", 
           "collection_names": "relu_activations" 
        } 
    }
]

Para ver una lista completa de las imágenes de Docker disponibles para usar las reglas 
del depurador, consulte Utilice imágenes de Docker del depurador para reglas integradas o 
personalizadas. Para encontrar los pares clave-valor de RuleParameters, consulte Lista de reglas 
integradas del depurador.

Boto3 AWS

Las reglas integradas del depurador de Amazon SageMaker se pueden configurar para un trabajo 
de entrenamiento mediante la función create_training_job() del cliente Boto3 AWS de 
SageMaker. Debe especificar el URI de la imagen correcta en el parámetro RuleEvaluatorImage; 
los siguientes ejemplos explican cómo configurar el cuerpo de la solicitud de la función
create_training_job().
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El siguiente código muestra un ejemplo completo de cómo configurar el depurador para el cuerpo 
de la solicitud create_training_job() e iniciar un trabajo de entrenamiento en us-west-2, 
suponiendo que el script entry_point/train.py de entrenamiento se prepare con TensorFlow. 
Para encontrar un ejemplo de libreta completo, consulte Creación de perfiles del trabajo de 
entrenamiento de múltiples nodos y múltiples GPU de TensorFlow con el depurador de Amazon 
SageMaker (Boto3).

Note

Asegúrese de utilizar las imágenes del contenedor de Docker correctas. Para encontrar 
las imágenes del contenedor de machine learning de AWS, consulte las imágenes de 
contenedores del aprendizaje profundo disponibles. Para ver una lista completa de las 
imágenes de Docker disponibles para usar las reglas del depurador, consulte Utilice 
imágenes de Docker del depurador para reglas integradas o personalizadas.

import sagemaker, boto3
import datetime, tarfile

# Start setting up a SageMaker session and a Boto3 SageMaker client
session = sagemaker.Session()
region = session.boto_region_name
bucket = session.default_bucket()

# Upload a training script to a default Amazon S3 bucket of the current SageMaker 
 session
source = 'source.tar.gz'
project = 'debugger-boto3-test'

tar = tarfile.open(source, 'w:gz')
tar.add ('entry_point/train.py') # Specify the directory and name of your training 
 script
tar.close()

s3 = boto3.client('s3')
s3.upload_file(source, bucket, project+'/'+source)

# Set up a Boto3 session client for SageMaker
sm = boto3.Session(region_name=region).client("sagemaker")

# Start a training job
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sm.create_training_job( 
    TrainingJobName='debugger-boto3-'+datetime.datetime.now().strftime('%Y-%m-%d-%H-%M-
%S'), 
    HyperParameters={ 
        'sagemaker_submit_directory': 's3://'+bucket+'/'+project+'/'+source, 
        'sagemaker_program': '/entry_point/train.py' # training scrip file location and 
 name under the sagemaker_submit_directory 
    }, 
    AlgorithmSpecification={ 
        # Specify a training Docker container image URI (Deep Learning Container or 
 your own training container) to TrainingImage. 
        'TrainingImage': '763104351884.dkr.ecr.us-west-2.amazonaws.com/tensorflow-
training:2.4.1-gpu-py37-cu110-ubuntu18.04', 
        'TrainingInputMode': 'File', 
        'EnableSageMakerMetricsTimeSeries': False
    }, 
    RoleArn='arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-20201014T161125', 
    OutputDataConfig={'S3OutputPath': 's3://'+bucket+'/'+project+'/output'}, 
    ResourceConfig={ 
        'InstanceType': 'ml.p3.8xlarge', 
        'InstanceCount': 1, 
        'VolumeSizeInGB': 30 
    }, 
    StoppingCondition={ 
        'MaxRuntimeInSeconds': 86400 
    }, 
    DebugHookConfig={ 
        'S3OutputPath': 's3://'+bucket+'/'+project+'/debug-output', 
        'CollectionConfigurations': [ 
            { 
                'CollectionName': 'losses', 
                'CollectionParameters' : { 
                    'train.save_interval': '500', 
                    'eval.save_interval': '50' 
                } 
            } 
        ] 
    }, 
    DebugRuleConfigurations=[ 
        { 
            'RuleConfigurationName': 'LossNotDecreasing', 
            'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/
sagemaker-debugger-rules:latest', 
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            'RuleParameters': {'rule_to_invoke': 'LossNotDecreasing'} 
        } 
    ], 
    ProfilerConfig={ 
        'S3OutputPath': 's3://'+bucket+'/'+project+'/profiler-output', 
        'ProfilingIntervalInMilliseconds': 500, 
        'ProfilingParameters': { 
            'DataloaderProfilingConfig': '{"StartStep": 5, "NumSteps": 3, 
 "MetricsRegex": ".*", }', 
            'DetailedProfilingConfig': '{"StartStep": 5, "NumSteps": 3, }', 
            'PythonProfilingConfig': '{"StartStep": 5, "NumSteps": 3, "ProfilerName": 
 "cprofile", "cProfileTimer": "total_time"}', 
            'LocalPath': '/opt/ml/output/profiler/' # Optional. Local path for 
 profiling outputs 
        } 
    }, 
    ProfilerRuleConfigurations=[ 
        { 
            'RuleConfigurationName': 'ProfilerReport', 
            'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/
sagemaker-debugger-rules:latest', 
            'RuleParameters': {'rule_to_invoke': 'ProfilerReport'} 
        } 
    ]
)

Configurar una regla del depurador para depurar los parámetros del modelo

En el siguiente ejemplo de código se muestra cómo configurar una regla VanishingGradient
integrada mediante esta API de SageMaker.

Permitir que el depurador recopile los tensores de salida

Especifique la configuración del enlace del depurador de la siguiente manera:

DebugHookConfig={ 
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/debug-output', 
    'CollectionConfigurations': [ 
        { 
            'CollectionName': 'gradients', 
            'CollectionParameters' : { 
                'train.save_interval': '500', 
                'eval.save_interval': '50' 
            } 
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        } 
    ]
}

Esto hará que el trabajo de entrenamiento guarde una colección de tensores, gradients, cada
save_interval de 500 pasos. Para encontrar los valores disponibles CollectionName, 
consulte las colecciones integradas del depurador en la documentación de la biblioteca cliente 
de SMDebug. Para encontrar las claves y valores de los parámetros CollectionParameters
disponibles, consulte la clase sagemaker.debugger.CollectionConfig en la documentación 
del SageMaker Python SDK.

Activar las reglas del depurador para depurar los tensores de salida

El siguiente ejemplo de API DebugRuleConfigurations muestra cómo ejecutar la regla
VanishingGradientintegrada en la colección gradients guardada.

DebugRuleConfigurations=[ 
    { 
        'RuleConfigurationName': 'VanishingGradient', 
        'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest', 
        'RuleParameters': { 
            'rule_to_invoke': 'VanishingGradient', 
            'threshold': '20.0' 
        } 
    }
]

Con una configuración como la de este ejemplo, el depurador inicia un trabajo de evaluación de 
reglas para el trabajo de entrenamiento mediante la regla gradients de la colección de tensores
VanishingGradient. Para ver una lista completa de las imágenes de Docker disponibles para 
usar las reglas del depurador, consulte Utilice imágenes de Docker del depurador para reglas 
integradas o personalizadas. Para encontrar los pares clave-valor de RuleParameters, consulte
Lista de reglas integradas del depurador.

Configurar una regla integrada en el depurador para perfilar las métricas del sistema y del marco

El siguiente código de ejemplo muestra cómo especificar la operación de la API ProfilerConfig para 
permitir la recopilación de métricas del sistema y del marco.

Habilitar la creación de perfiles del depurador para recopilar métricas del sistema y del marco
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Target Step

ProfilerConfig={  
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/profiler-output', # 
 Optional. Path to an S3 bucket to save profiling outputs 
    # Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1 
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds. 
    'ProfilingIntervalInMilliseconds': 500,  
    'ProfilingParameters': { 
        'DataloaderProfilingConfig': '{ 
            "StartStep": 5,  
            "NumSteps": 3,  
            "MetricsRegex": ".*" 
        }', 
        'DetailedProfilingConfig': '{ 
            "StartStep": 5,  
            "NumSteps": 3 
        }', 
        'PythonProfilingConfig': '{ 
            "StartStep": 5,  
            "NumSteps": 3,  
            "ProfilerName": "cprofile",  # Available options: cprofile, pyinstrument 
            "cProfileTimer": "total_time"  # Include only when using cprofile. 
 Available options: cpu, off_cpu, total_time 
        }', 
        'LocalPath': '/opt/ml/output/profiler/' # Optional. Local path for profiling 
 outputs 
    }
}

Target Time Duration

ProfilerConfig={  
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/profiler-output', # 
 Optional. Path to an S3 bucket to save profiling outputs 
    # Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1 
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds. 
    'ProfilingIntervalInMilliseconds': 500, 
    'ProfilingParameters': { 
        'DataloaderProfilingConfig': '{ 
            "StartTimeInSecSinceEpoch": 12345567789,  
            "DurationInSeconds": 10,  
            "MetricsRegex": ".*" 
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        }', 
        'DetailedProfilingConfig': '{ 
            "StartTimeInSecSinceEpoch": 12345567789,  
            "DurationInSeconds": 10
        }', 
        'PythonProfilingConfig': '{ 
            "StartTimeInSecSinceEpoch": 12345567789,  
            "DurationInSeconds": 10,  
            "ProfilerName": "cprofile",  # Available options: cprofile, pyinstrument 
            "cProfileTimer": "total_time"  # Include only when using cprofile. 
 Available options: cpu, off_cpu, total_time 
        }', 
        'LocalPath': '/opt/ml/output/profiler/' # Optional. Local path for profiling 
 outputs 
    }
}

Habilitar las reglas del depurador para perfilar las métricas

En el siguiente ejemplo de código se muestra cómo configurar la regla ProfilerReport.

ProfilerRuleConfigurations=[  
    { 
        'RuleConfigurationName': 'ProfilerReport', 
        'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest', 
        'RuleParameters': { 
            'rule_to_invoke': 'ProfilerReport', 
            'CPUBottleneck_cpu_threshold': '90', 
            'IOBottleneck_threshold': '90' 
        } 
    }
]

Para ver una lista completa de las imágenes de Docker disponibles para usar las reglas 
del depurador, consulte Utilice imágenes de Docker del depurador para reglas integradas o 
personalizadas. Para encontrar los pares clave-valor de RuleParameters, consulte Lista de reglas 
integradas del depurador.

Utilice el depurador de SageMaker 3568



Amazon SageMaker Guía para desarrolladores

Actualice la configuración de creación de perfiles del depurador mediante la operación de la API
UpdateTrainingJob.

Es posible actualizar la configuración de los perfiles del depurador mientras se ejecuta el trabajo 
de entrenamiento mediante la función update_training_job() del cliente Boto3 AWS de 
SageMaker. Configure los nuevos objetos ProfilerConfig y ProfilerRuleConfiguration y especifique el 
nombre del trabajo de entrenamiento en el parámetro TrainingJobName.

ProfilerConfig={  
    'DisableProfiler': boolean, 
    'ProfilingIntervalInMilliseconds': number, 
    'ProfilingParameters': {  
        'string' : 'string'  
    }
},
ProfilerRuleConfigurations=[  
    {  
        'RuleConfigurationName': 'string', 
        'RuleEvaluatorImage': 'string', 
        'RuleParameters': {  
            'string' : 'string'  
        } 
    }
],
TrainingJobName='your-training-job-name-YYYY-MM-DD-HH-MM-SS-SSS'

Agregue la configuración de reglas personalizadas del depurador a la operación de la API 
CreateTrainingJob

Es posible configurar una regla personalizada para un trabajo de entrenamiento mediante los objetos
DebugHookConfig y DebugRuleConfiguration mediante la función create_training_job()
del cliente Boto3 AWS de SageMaket. El siguiente ejemplo de código muestra cómo configurar 
una regla ImproperActivation personalizada escrita con la biblioteca smdebug mediante esta 
API de SageMaker. En este ejemplo se supone que ha escrito la regla personalizada en el archivo
custom_rules.py y la ha cargado en un bucket de Amazon S3. El ejemplo proporciona imágenes de 
Docker prediseñadas que puede usar para ejecutar sus reglas personalizadas. Se enumeran en
URL del registro del depurador de Amazon SageMaker para evaluadores de reglas personalizadas. 
Especifique la dirección URL del registro para la imagen de Docker prediseñada en el parámetro
RuleEvaluatorImage.

DebugHookConfig={ 
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    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/debug-output', 
    'CollectionConfigurations': [ 
        { 
            'CollectionName': 'relu_activations', 
            'CollectionParameters': { 
                'include_regex': 'relu', 
                'save_interval': '500', 
                'end_step': '5000' 
            } 
        } 
    ]
},
DebugRulesConfigurations=[ 
    { 
        'RuleConfigurationName': 'improper_activation_job', 
        'RuleEvaluatorImage': '552407032007.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-
debugger-rule-evaluator:latest', 
        'InstanceType': 'ml.c4.xlarge', 
        'VolumeSizeInGB': 400, 
        'RuleParameters': { 
           'source_s3_uri': 's3://bucket/custom_rules.py', 
           'rule_to_invoke': 'ImproperActivation', 
           'collection_names': 'relu_activations' 
        } 
    }
]

Para ver una lista completa de las imágenes de Docker disponibles para usar las reglas 
del depurador, consulte Utilice imágenes de Docker del depurador para reglas integradas o 
personalizadas. Para encontrar los pares clave-valor de RuleParameters, consulte Lista de reglas 
integradas del depurador.

Prácticas recomendadas para Amazon SageMaker Debugger

Siga las siguientes pautas cuando ejecute trabajos de entrenamiento con el depurador.

Temas

• Elija un marco de machine learning

• Uso del panel de información del depurador en Studio

• Descargue los informes del depurador y obtenga más información

• Obtenga datos del trabajo de entrenamiento y guárdelos en Amazon S3
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• Análisis de los datos con una flota de reglas integradas del depurador

• Acciones basadas en el estado de las reglas integradas

• Análisis profundo de los datos con la biblioteca de cliente SMDebug

• Monitorización y análisis de métricas de trabajos de entrenamiento

• Monitorización del uso del sistema y detección de cuellos de botella

• Operaciones del marco de creación de perfiles

• Depuración de tensores de salida de modelos

Elija un marco de machine learning

Puede elegir un marco de aprendizaje automático y utilizar contenedores de formación SageMaker 
prediseñados o sus propios contenedores. Usa Debugger para detectar problemas de entrenamiento 
y rendimiento, y analiza el progreso de tu trabajo de entrenamiento en. SageMaker SageMaker le 
ofrece opciones para usar contenedores prediseñados que están preparados para varios entornos 
de marco de aprendizaje automático con el fin de entrenar su modelo en Amazon EC2. Cualquier 
trabajo de formación se puede adaptar para ejecutarse en AWS Deep Learning Containers, 
contenedores de SageMaker formación y contenedores personalizados.

Uso del panel de información del depurador en Studio

Con el panel de información del depurador en Studio, puede controlar los trabajos de entrenamiento. 
Utilice los paneles del depurador de Studio para controlar y optimizar el rendimiento de sus modelos 
en las instancias de Amazon EC2. Para cualquier trabajo de SageMaker entrenamiento que se 
ejecute en una instancia Amazon EC2, Debugger supervisa la utilización de los recursos y los datos 
de salida del modelo básico (valores de pérdida y precisión). A través de los paneles del depurador 
en Studio, puede obtener información sobre sus trabajos de entrenamiento y mejorar el rendimiento 
del entrenamiento de su modelo. Para obtener más información, consulte Interfaz de usuario de 
Amazon SageMaker Debugger en Amazon SageMaker Studio Classic Experiments.

Descargue los informes del depurador y obtenga más información

Puede ver los resultados agregados y obtener información valiosa en los informes del depurador. El 
depurador agrupa los resultados de entrenamiento y creación de perfiles, recopilados del análisis 
de reglas integrado, en un informe por trabajo de entrenamiento. Puede encontrar información más 
detallada sobre los resultados de su entrenamiento en los informes del depurador. Para obtener más 
información, consulte Informe interactivo del depurador de SageMaker.
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Obtenga datos del trabajo de entrenamiento y guárdelos en Amazon S3

Puede usar un enlace del depurador para guardar los tensores de salida. Después de elegir un 
contenedor y un marco que se ajusten a su script de entrenamiento, utilice un enlace del depurador 
para configurar qué tensores guardar y especificar un directorio donde guardarlos, como un bucket 
de Amazon S3. El enlace del depurador le ayuda a crear la configuración y a mantenerla en su 
cuenta para utilizarla en análisis posteriores, donde está protegida para su uso con las aplicaciones 
más confidenciales. Para obtener más información, consulte Configurar el depurador de SageMaker 
para guardar los tensores.

Análisis de los datos con una flota de reglas integradas del depurador

Puede usar las reglas integradas del depurador para inspeccionar los tensores en paralelo 
con un trabajo de entrenamiento. Para analizar los datos de rendimiento del entrenamiento, el 
depurador proporciona reglas integradas que vigilan los comportamientos anormales del proceso 
de entrenamiento. Por ejemplo, una regla del depurador detecta problemas cuando el proceso 
de entrenamiento sufre cuellos de botella en el sistema o problemas de entrenamiento, como la 
desaparición de gradientes, la explosión de tensores, los ajustes excesivos o el sobreentrenamiento. 
Si es necesario, también puede crear reglas personalizadas creando una definición de regla con sus 
propios criterios para definir un problema de entrenamiento. Para obtener más información sobre 
las reglas del depurador, consulte las Configurar reglas integradas del depurador instrucciones 
detalladas sobre el uso del SDK de Amazon SageMaker Python. Para obtener una lista completa 
de las reglas integradas del depurador, consulte Lista de reglas integradas del depurador. Si desea 
crear más reglas, consulte Cree reglas personalizadas del depurador para análisis de trabajos de 
entrenamiento.

Acciones basadas en el estado de las reglas integradas

Puede usar Debugger con Amazon CloudWatch Events yAWS Lambda. Puede automatizar las 
acciones en función del estado de las reglas, como interrumpir anticipadamente los trabajos de 
entrenamiento y configurar las notificaciones por correo electrónico o mensaje de texto. Cuando 
las reglas del depurador detectan problemas y activan un estado de "IssuesFound" evaluación, 
CloudWatch Events detecta los cambios en el estado de la regla e invoca la función Lambda 
para tomar medidas. Para configurar acciones automatizadas en función de los problemas de 
entrenamiento, consulte Crear acciones sobre reglas mediante Amazon CloudWatch y AWS Lambda.

Análisis profundo de los datos con la biblioteca de cliente SMDebug

Puede usar las herramientas SMDebug para acceder a los datos de entrenamiento recopilados 
por el depurador y analizarlos. Las clases TrainingJob y create_trial cargan las métricas y 
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los tensores guardados por el depurador. Estas clases proporcionan métodos de clase ampliados 
para analizar los datos en tiempo real o una vez finalizado el entrenamiento. La biblioteca SMDebug 
también proporciona herramientas de visualización: combinación de cronogramas de métricas 
de marco para agregar diferentes perfiles, gráficos de líneas y mapas térmicos para hacer un 
seguimiento de la utilización del sistema e histogramas para encontrar valores atípicos durante los 
pasos. Para obtener más información sobre las herramientas de la biblioteca SMDebug, consulte
Análisis de datos mediante la biblioteca cliente de Python del depurador.

Monitorización y análisis de métricas de trabajos de entrenamiento

Amazon CloudWatch admite métricas personalizadas de alta resolución y su mejor resolución 
es de 1 segundo. Sin embargo, cuanto más fina sea la resolución, menor será la vida útil de las 
CloudWatch métricas. Para la resolución de frecuencia de 1 segundo, las CloudWatch métricas están 
disponibles durante 3 horas. Para obtener más información sobre la resolución y la duración de las 
CloudWatch métricas, consulta la referencia GetMetricStatisticsde las CloudWatch API de Amazon.

Si quiere perfilar su trabajo de formación con una resolución más precisa, con una granularidad de 
hasta 100 milisegundos (0,1 segundos) y almacenar las métricas de formación de forma indefinida en 
Amazon S3 para su análisis personalizado en cualquier momento, considere la posibilidad de utilizar 
Amazon Debugger. SageMaker  SageMaker Debugger proporciona reglas integradas para detectar 
automáticamente los problemas de entrenamiento más comunes; detecta los problemas de uso de 
los recursos de hardware (como los cuellos de botella de la CPU, la GPU y la E/S) y los problemas 
de modelos no convergentes (como el sobreajuste, la desaparición de los gradientes y la explosión 
de los tensores).

SageMaker Debugger también proporciona visualizaciones a través de Studio Classic y su informe 
de creación de perfiles. A diferencia de CloudWatch las métricas, que acumulan las tasas de 
utilización de los recursos de los núcleos de la CPU y la GPU y las promedian en varias instancias, 
Debugger hace un seguimiento de la tasa de utilización de cada núcleo. Esto le permite identificar 
el uso desequilibrado de los recursos de hardware a medida que amplía a clústeres de computación 
más grandes. Para explorar las visualizaciones del depurador, consulte el tutorial del panel de control 
de SageMaker Debugger Insights, el tutorial delinforme de creación de perfiles del depurador y el 
análisis de datos mediante la biblioteca de clientes SMDebug.

Monitorización del uso del sistema y detección de cuellos de botella

Con la supervisión de Amazon SageMaker Debugger, puede medir la utilización de los recursos del 
sistema de hardware de las instancias de Amazon EC2. El monitoreo está disponible para cualquier 
trabajo de SageMaker capacitación creado con los estimadores del SageMaker marco (TensorFlow 
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PyTorch, y MXNet) y el SageMaker estimador genérico (algoritmos SageMaker integrados y sus 
propios contenedores personalizados). Las reglas integradas del depurador para la monitorización 
detectan los problemas de cuello de botella del sistema y se lo notifican.

Para obtener información sobre cómo habilitar la monitorización del sistema del depurador, consulte
Configure un estimador con parámetros para la creación de perfiles básicos mediante los módulos 
de Python del depurador de Amazon SageMaker. y Configurar los ajustes para la creación de perfiles 
básicos de la utilización de los recursos del sistema.

Para obtener una lista completa de las reglas integradas disponibles para la monitorización, consulte
Reglas integradas del depurador para perfilar la utilización de los recursos del sistema de hardware 
(métricas del sistema).

Operaciones del marco de creación de perfiles

Con la creación de perfiles de Amazon SageMaker Debugger, puede perfilar las operaciones de los 
marcos de aprendizaje profundo. Puede perfilar su modelo de entrenamiento con los contenedores 
de SageMaker TensorFlow entrenamiento, los contenedores de SageMaker PyTorch marco y sus 
propios contenedores de entrenamiento. Con la función de elaboración de perfiles del depurador, 
puede profundizar en los operadores y funciones de Python que se ejecutan para realizar el trabajo 
de entrenamiento. El depurador admite la creación de perfiles detallados, la creación de perfiles 
de Python, la creación de perfiles de carga de datos y la creación de perfiles de entrenamiento 
distribuidos de Horovod. Puede combinar los cronogramas perfilados para correlacionarlos con los 
cuellos de botella del sistema. Las reglas integradas del depurador para la elaboración de perfiles 
permiten observar los problemas relacionados con el funcionamiento del marco, como el tiempo 
excesivo de inicialización del entrenamiento debido a la descarga de datos antes de que comience el 
entrenamiento y los valores atípicos durante los pasos en los bucles de entrenamiento.

Para obtener información sobre cómo configurar el depurador para la creación de perfiles del marco, 
consulte Configure un estimador con parámetros para la creación de perfiles básicos mediante los 
módulos de Python del depurador de Amazon SageMaker. y, luego, Configurar la creación de perfiles 
del marco.

Para obtener una lista completa de las reglas integradas disponibles para la creación de perfiles, 
consulte Reglas integradas del depurador para las métricas del marco de generación de perfiles.

Depuración de tensores de salida de modelos

La depuración está disponible para los marcos de aprendizaje profundo que utilizan AWS Deep 
Learning Containers y los contenedores de SageMaker formación. En el caso de versiones de 
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framework totalmente compatibles (consulte las versiones en Marcos y algoritmos compatibles), 
el depurador registra automáticamente los enlaces para recopilar los tensores de salida, así que 
usted puede ejecutar directamente el script de entrenamiento. En las versiones con asterisco, es 
necesario registrar manualmente los enlaces para recopilar tensores. El depurador proporciona 
colecciones de tensores preconfigurados, con nombres genéricos, que puede utilizar en los 
diferentes marcos. Si desea personalizar la configuración de los tensores de salida, también 
puede utilizar las operaciones de DebuggerHookConfig API CollectionConfig y el SDK de Amazon 
SageMaker Python para configurar sus propias colecciones de tensores. Las reglas integradas 
del depurador para la depuración analizan los tensores de salida e identifican los problemas de 
optimización del modelo que impiden que este minimice la función de pérdida. Por ejemplo, las 
reglas identifican el sobreajuste, el sobreentrenamiento, la ausencia de reducción en las pérdidas, la 
explosión de tensores o la desaparición de gradientes.

Para obtener información sobre cómo configurar el depurador a fin de depurar los tensores de salida, 
consulte Paso 2: Inicie y depure los trabajos de entrenamiento con el SageMaker Python SDK. y, 
luego, Configurar el depurador de SageMaker para guardar los tensores.

Para obtener una lista completa de las reglas integradas disponibles para la depuración, consulte
Reglas integradas en el depurador para depurar los datos de entrenamiento del modelo (tensores de 
salida).

Documentación de referencia y temas avanzados del depurador de Amazon 
SageMaker

Las siguientes secciones contienen temas avanzados, documentación de referencia para las 
operaciones de la API, excepciones y limitaciones conocidas para el depurador.

Temas

• Operaciones de la API del depurador de Amazon SageMaker

• Utilice imágenes de Docker del depurador para reglas integradas o personalizadas

• Excepciones del depurador de Amazon SageMaker

• Consideraciones a tener en cuenta sobre el depurador de Amazon SageMaker

• Estadísticas de uso del depurador de Amazon SageMaker

Utilice el depurador de SageMaker 3575

https://sagemaker.readthedocs.io
https://sagemaker.readthedocs.io


Amazon SageMaker Guía para desarrolladores

Operaciones de la API del depurador de Amazon SageMaker

El depurador de Amazon SageMaker tiene API en varias ubicaciones que se utilizan para 
implementar la monitorización y el análisis del entrenamiento de modelos.

El depurador de Amazon Sagemaker también proporciona el sagemaker-debugger Python SDK
de código abierto que se utiliza para configurar reglas integradas, definir reglas personalizadas y 
registrar enlaces para recopilar datos de tensores de salida de los trabajos de entrenamiento.

El Amazon SageMaker Python SDK de alto nivel centrado en la experimentación de machine 
learning. El SDK se puede usar para implementar reglas integradas o personalizadas definidas con 
la biblioteca de Python SMDebug para monitorizar y analizar estos tensores usando estimadores de 
SageMaker.

El depurador ha agregado operaciones y tipos a la API de Amazon SageMake que permiten a la 
plataforma usar el depurador al entrenar un modelo y para administrar la configuración de entradas y 
salidas.

• CreateTrainingJob y UpdateTrainingJob utilizan las siguientes API de depuración para 
configurar las colecciones de tensores, las reglas, las imágenes de reglas y las opciones de 
creación de perfiles:

• CollectionConfiguration

• DebugHookConfig

• DebugRuleConfiguration

• TensorBoardOutputConfig

• ProfilerConfig

• ProfilerRuleConfiguration

• DescribeTrainingJob proporciona una descripción completa de un trabajo de entrenamiento, 
que incluye las siguientes configuraciones del depurador y los estados de evaluación de las reglas:

• DebugHookConfig

• DebugRuleConfiguration

• DebugRuleEvaluationStatus

• ProfilerConfig

• ProfilerRuleConfiguration

• ProfilerRuleEvaluationStatus
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Las operaciones de la API de configuración de reglas utilizan la funcionalidad de procesamiento 
de SageMaker al analizar un entrenamiento de modelos. Para obtener información sobre el 
procesamiento de SageMaker, consulte Procesamiento de datos.

Utilice imágenes de Docker del depurador para reglas integradas o personalizadas

Amazon SageMaker proporciona dos conjuntos de imágenes de Docker para reglas: uno para 
evaluar reglas proporcionadas por SageMaker (reglas integradas) y otro para evaluar reglas 
personalizadas proporcionadas en los archivos de código fuente de Python.

Si utiliza el Amazon SageMaker Python SDK, simplemente puede utilizar las operaciones de 
la API del depurador de alto nivel de SageMaker con las operaciones de la API del estimador 
de SageMaker, sin tener que recuperar manualmente las imágenes de Docker del depurador y 
configurar la API ConfigureTrainingJob.

Si no utiliza el SageMaker Python SDK, debe recuperar una imagen base de contenedor prediseñada 
relevante para las reglas del depurador. El depurador de Amazon SageMaker proporciona imágenes 
de Docker prediseñadas para reglas integradas y personalizadas, y las imágenes se almacenan en 
Amazon Elastic Container Registry (Amazon ECR). Para extraer una imagen de un repositorio de 
Amazon ECR (o para insertar una imagen en uno de ellos), utilice la URL de registro del nombre 
completo de la imagen mediante la API CreateTrainingJob. SageMaker utiliza los siguientes 
patrones de URL para la dirección de registro de imágenes del contenedor de reglas del depurador.

<account_id>.dkr.ecr.<Region>.amazonaws.com/<ECR repository name>:<tag>

Para obtener el ID de cuenta en cada región de AWS, el nombre del repositorio ECR y el valor de la 
etiqueta, consulte los temas siguientes.

Temas

• URL del registro del depurador de Amazon SageMaker para evaluadores de reglas integradas

• URL del registro del depurador de Amazon SageMaker para evaluadores de reglas personalizadas

URL del registro del depurador de Amazon SageMaker para evaluadores de reglas integradas

Utilice los siguientes valores para los componentes de las direcciones URL del registro para las 
imágenes que proporcionan reglas integradas para el depurador de Amazon SageMaker. Para 
obtener información sobre los ID de cuenta, consulte la tabla siguiente.

Nombre del repositorio ECR: sagemaker-debugger-rules
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Etiqueta: última

Ejemplo de una dirección URL completa del registro:

904829902805.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-debugger-
rules:latest

ID de cuenta para imágenes de contenedores de reglas integradas por la región de AWS

Región id_cuenta

af-south-1 314341159256

ap-east-1 199566480951

ap-northeast-1 430734990657

ap-northeast-2 578805364391

ap-south-1 904829902805

ap-southeast-1 972752614525

ap-southeast-2 184798709955

ca-central-1 519511493484

cn-north-1 618459771430

cn-northwest-1 658757709296

eu-central-1 482524230118

eu-north-1 314864569078

eu-south-1 563282790590

eu-west-1 929884845733

eu-west-2 250201462417

eu-west-3 447278800020
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Región id_cuenta

me-south-1 986000313247

sa-east-1 818342061345

us-east-1 503895931360

us-east-2 915447279597

us-west-1 685455198987

us-west-2 895741380848

us-gov-west-1 515509971035

URL del registro del depurador de Amazon SageMaker para evaluadores de reglas personalizadas

Utilice los siguientes valores para los componentes de la dirección URL del registro para las 
imágenes que proporcionan evaluadores de reglas personalizadas para del depurador Amazon 
SageMaker. Para obtener información sobre los ID de cuenta, consulte la tabla siguiente.

Nombre del repositorio ECR: sagemaker-debugger-rule-evaluator

Etiqueta: última

Ejemplo de una dirección URL completa del registro:

552407032007.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-debugger-rule-
evaluator:latest

ID de cuenta para imágenes de contenedor de reglas personalizadas por región de AWS

Región id_cuenta

af-south-1 515950693465

ap-east-1 645844755771

ap-northeast-1 670969264625

ap-northeast-2 326368420253
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Región id_cuenta

ap-south-1 552407032007

ap-southeast-1 631532610101

ap-southeast-2 445670767460

ca-central-1 105842248657

cn-north-1 617202126805

cn-northwest-1 658559488188

eu-central-1 691764027602

eu-north-1 091235270104

eu-south-1 335033873580

eu-west-1 606966180310

eu-west-2 074613877050

eu-west-3 224335253976

me-south-1 050406412588

sa-east-1 466516958431

us-east-1 864354269164

us-east-2 840043622174

us-west-1 952348334681

us-west-2 759209512951

us-gov-west-1 515361955729
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Excepciones del depurador de Amazon SageMaker

El depurador de Amazon SageMaker está diseñado para que tenga en cuenta que los tensores 
necesarios para ejecutar una regla pueden no estar disponibles en cada paso. Como resultado, 
plantea algunas excepciones que le permiten controlar lo que sucede cuando falta un tensor. Estas 
excepciones están disponibles en el módulo smdebug.exceptions. Puede importarlos de la siguiente 
manera:

from smdebug.exceptions import *

Están disponibles las siguientes excepciones:

• TensorUnavailableForStep: el tensor solicitado no está disponible para el paso. Esto podría 
significar que el enlace podría no guardar este paso o que este paso podría haber guardado 
algunos tensores pero el tensor solicitado no forma parte de ellos. Tenga en cuenta que cuando 
vea esta excepción, significa que este tensor nunca podrá estar disponible para este paso en el 
futuro. Si el tensor tiene reducciones guardadas para el paso, le notifica que se pueden consultar.

• TensorUnavailable: este tensor no se está guardando o no lo ha guardado la API smdebug. 
Esto significa que este tensor nunca se verá para ningún paso en smdebug.

• StepUnavailable: el paso no se guardó y el depurador no tiene datos del paso.

• StepNotYetAvailable: smdebug aún no ha visto el paso. Es posible que esté disponible en el 
futuro si el entrenamiento aún continúa. El depurador carga automáticamente los datos nuevos en 
cuanto están disponibles.

• NoMoreData: se planteó cuando termina el entrenamiento. Una vez que vea esto, sabe que no 
hay más pasos y no hay más tensores que guardar.

• IndexReaderException: el lector de índices no es válido.

• InvalidWorker: se invocó un trabajador que no era válido.

• RuleEvaluationConditionMet: la evaluación de la regla en el paso dio lugar a que se 
cumpliera la condición.

• InsufficientInformationForRuleInvocation: no se proporcionó suficiente información 
para invocar la regla.

Consideraciones a tener en cuenta sobre el depurador de Amazon SageMaker

Tenga en cuenta lo siguiente a la hora de utilizar el depurador de Amazon SageMaker.
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Consideraciones a tener en cuenta sobre el entrenamiento distribuido

La siguiente lista muestra el alcance de la validez y las consideraciones a la hora de utilizar el 
depurador en trabajos de entrenamiento con marcos de aprendizaje profundo y diversas opciones de 
entrenamiento distribuido.

• Horovod

Ámbito de validez del uso del depurador para trabajos de entrenamiento con Horovod

Marco de 
aprendizaje 
profundo

Apache 
MXNet

TensorFlow 
1.x.

TensorFlow 
2.x

TensorFlo 
w 2.x con 
Keras

PyTorch

Cuellos de 
botella del 
sistema de 
monitoriz 
ación

Sí Sí Sí Sí Sí

Operaciones 
del marco de 
creación de 
perfiles

No No No Sí Sí

Depuración 
de tensores 
de salida de 
modelos

Sí Sí Sí Sí Sí

• Paralelismo de datos distribuidos de SageMaker
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Ámbito de validez del uso del depurador para trabajos de entrenamiento con paralelismo de datos 
distribuidos de SageMaker

Marco de aprendizaje 
profundo

TensorFlow 2.x TensorFlow 2.x con 
Keras

PyTorch

Cuellos de botella del 
sistema de monitoriz 
ación

Sí Sí Sí

Operaciones del 
marco de creación de 
perfiles

No* No** Sí

Depuración de 
tensores de salida de 
modelos

Sí Sí Sí

* El depurador no admite la creación de perfiles del marco para TensorFlow 2.x.

** El paralelismo de datos distribuidos de SageMaker no son compatibles con TensorFlow 2.x con 
la implementación de Keras.

• Paralelismo de datos distribuidos de SageMaker: el depurador no admite el entrenamiento en 
paralelo de modelos distribuidos de SageMaker.

• Entrenamiento distribuido con puntos de control de SageMaker: el depurador no está disponible 
para los trabajos de entrenamiento cuando están habilitados tanto la opción de entrenamiento 
distribuido como los puntos de control de SageMaker. Es posible que aparezca un error como el 
siguiente:

SMDebug Does Not Currently Support Distributed Training Jobs With Checkpointing 
 Enabled

Para utilizar el depurador para trabajos de entrenamiento con opciones de entrenamiento 
distribuido, debe deshabilitar los puntos de control de SageMaker y añadir funciones de puntos 
de control manuales a su script de entrenamiento. Para obtener más información sobre el uso 
del depurador con opciones de entrenamiento y puntos de control distribuidos, consulte Uso de 
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datos SageMaker distribuidos en paralelo con Amazon SageMaker Debugger y puntos de control y
Guardar puntos de control.

• Servidor de parámetros: el depurador no admite el entrenamiento distribuido basado en un servidor 
de parámetros.

• La creación de operaciones del marco de entrenamiento distribuido, como la operación de
AllReduced del paralelismo de datos distribuidos de SageMaker y operaciones Horovod, no está 
disponible.

Consideraciones para monitorizar los cuellos de botella del sistema y las operaciones del marco de 
creación de perfiles

• Para TensorFlow de AWS, las métricas del cargador de datos no se pueden recopilar con la 
configuración local_path predeterminada de la clase FrameworkProfile. La ruta debe 
configurarse manualmente y terminar en "/". Por ejemplo:

FrameworkProfile(local_path="/opt/ml/output/profiler/")

• En el caso de TensorFlow de AWS, la configuración de creación de perfiles del cargador de datos 
no se puede actualizar mientras se está ejecutando un trabajo de entrenamiento.

• En el caso de TensorFlow de AWS, es posible que se produzca un error NoneType al utilizar 
herramientas de análisis y ejemplos de cuadernos con trabajos de entrenamiento de TensorFlow 
2.3 y la opción de creación de perfiles detallados.

• La creación de perfiles de Python y la creación de perfiles detallados solo son compatibles con la 
API de Keras.

• Para acceder a la característica de creación de perfiles profundos para TensorFlow y PyTorch, 
actualmente debe especificar las imágenes de contenedores del aprendizaje profundo AWS 
más recientes con CUDA 11. Por ejemplo, debe especificar el URI de imagen específico en el 
estimador de TensorFlow y PyTorch de la siguiente manera:

• Para TensorFlow

image_uri = f"763104351884.dkr.ecr.{region}.amazonaws.com/tensorflow-
training:2.3.1-gpu-py37-cu110-ubuntu18.04"

• Para PyTorch
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image_uri = f"763104351884.dkr.ecr.{region}.amazonaws.com/pytorch-training:1.6.0-
gpu-py36-cu110-ubuntu18.04"

Consideraciones para la depuración de los tensores de salida de modelos

• Evite utilizar operaciones de API funcionales. El depurador no puede recopilar los tensores 
de salida de modelos de los scripts de entrenamiento de PyTorch y MXNet compuestos por 
operaciones de API funcionales.

• El depurador no puede recopilar los tensores de salida de modelos a partir de las operaciones 
de la API torch.nn.functional. Al escribir un script de entrenamiento de PyTorch, se 
recomienda utilizar los módulos torch.nn en su lugar.

• El depurador no puede recopilar los tensores de salida de modelos de los objetos funcionales 
de MXNet en bloques híbridos. Por ejemplo, las salidas de activación de ReLU (F.relu) no se 
pueden recopilar del siguiente ejemplo de mxnet.gluon.HybridBlock con F en la función
hybrid_forward.

import mxnet as mx
from mxnet.gluon import HybridBlock, nn

class Model(HybridBlock): 
    def __init__(self, **kwargs): 
        super(Model, self).__init__(**kwargs) 
        # use name_scope to give child Blocks appropriate names. 
        with self.name_scope(): 
            self.dense0 = nn.Dense(20) 
            self.dense1 = nn.Dense(20) 

    def hybrid_forward(self, F, x): 
        x = F.relu(self.dense0(x)) 
        return F.relu(self.dense1(x))

model = Model()
model.initialize(ctx=mx.cpu(0))
model.hybridize()
model(mx.nd.zeros((10, 10), ctx=mx.cpu(0)))
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Estadísticas de uso del depurador de Amazon SageMaker

Tenga en cuenta lo siguiente cuando utilice informes generados automáticamente por el depurador 
de Amazon SageMaker.

Uso de informes de creación de perfiles del depurador

Para todos los trabajos de entrenamiento de SageMaker, el depurador de Amazon SageMaker 
ejecuta la regla ProfilerReport y genera automáticamente un Informe de creación de perfiles del 
depurador de SageMaker. La regla ProfilerReport proporciona un archivo de cuaderno de 
Jupyter (profiler-report.ipynb) que genera el archivo HTML correspondiente (profiler-
report.html).

El depurador recopila las estadísticas de uso de los informes de creación de perfiles al incluir 
código en el cuaderno de Jupyter que recopila el ARN del trabajo de procesamiento de la regla
ProfilerReport única si el usuario abre el archivo profiler-report.html final.

El depurador solo recopila información sobre si un usuario abre el informe HTML final. NO recopila 
información sobre los trabajos de entrenamiento, los datos de entrenamiento, los scripts de 
entrenamiento, los trabajos de procesamiento, los registros ni el contenido del propio informe de 
creación de perfiles.

Puede renunciar a la recopilación de estadísticas de uso mediante una de las siguientes opciones.

Opción 1 (recomendada): renunciar antes de realizar cualquier trabajo de entrenamiento

Para renunciar, debe agregar la siguiente configuración de reglas de ProfilerReport del 
depurador a su solicitud de trabajo de entrenamiento.

SageMaker Python SDK

estimator=sagemaker.estimator.Estimator( 
    ... 

    rules=ProfilerRule.sagemaker( 
        base_config=rule_configs.ProfilerReport() 
        rule_parameters={"opt_out_telemetry": "True"} 
    )
)
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AWS CLI

"ProfilerRuleConfigurations": [  
    {  
        "RuleConfigurationName": "ProfilerReport-1234567890", 
        "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/
sagemaker-debugger-rules:latest", 
        "RuleParameters": { 
            "rule_to_invoke": "ProfilerReport",  
             "opt_out_telemetry": "True"
        } 
    }
]

AWS SDK for Python (Boto3)

ProfilerRuleConfigurations=[  
    { 
        'RuleConfigurationName': 'ProfilerReport-1234567890', 
        'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/
sagemaker-debugger-rules:latest', 
        'RuleParameters': { 
            'rule_to_invoke': 'ProfilerReport', 
             'opt_out_telemetry': 'True'
        } 
    }
]

Opción 2: renunciar tras completar cualquier trabajo de entrenamiento

Para renunciar una vez finalizado el entrenamiento, debe modificar el archivo profiler-
report.ipynb.

Note

Los informes HTML generados automáticamente sin que la Opción 1 ya se haya agregado 
a su solicitud de trabajo de entrenamiento siguen incluyendo las estadísticas de uso incluso 
después de que haya optado por renunciar a la Opción 2.
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1. Siga las instrucciones para descargar los archivos de informes de creación de perfiles del 
depurador que aparecen en la página Descargue el informe de creación de perfiles del depurador 
de SageMaker.

2. En el directorio /ProfilerReport-1234567890/profiler-output, abra profiler-
report.ipynb.

3. Añada opt_out=True a la función setup_profiler_report() de la quinta celda de código, 
tal como se muestra en el siguiente código de ejemplo:

setup_profiler_report(processing_job_arn, opt_out=True)

4. Ejecute la celda de código para terminar la renuncia.

Acceda a un contenedor de capacitación AWS Systems Manager para la 
depuración remota

Puede conectarse de forma segura a los contenedores de SageMaker entrenamiento a través AWS 
Systems Manager de (SSM). Esto le proporciona un acceso a nivel de consola para depurar los 
trabajos de formación que se están ejecutando dentro del contenedor. También puedes registrar los 
comandos y las respuestas que se transmiten a Amazon CloudWatch. Si utiliza su propia Amazon 
Virtual Private Cloud (VPC) para entrenar un modelo, puede utilizarla para configurar un punto final 
de VPC para SSM y conectarse AWS PrivateLink a los contenedores de forma privada a través de 
SSM.

Puede conectarse a SageMaker Framework Containers o conectarse a su propio contenedor de 
formación configurado con el entorno de formación. SageMaker

Configurar permisos de IAM

Para habilitar el SSM en su contenedor de SageMaker formación, debe configurar un rol de IAM para 
el contenedor. Para que usted o los usuarios de su AWS cuenta puedan acceder a los contenedores 
de formación a través de SSM, debe configurar los usuarios de IAM con permisos para usar SSM.

Rol de IAM

Para que un contenedor de SageMaker formación comience con el agente de SSM, proporciona un 
rol de IAM con permisos de SSM.

Para habilitar la depuración remota para su trabajo de formación, SageMaker debe iniciar el agente 
SSM en el contenedor de formación cuando comience el trabajo de formación. Para permitir que el 

Acceda a un contenedor de formación a través de SSM para realizar una depuración remota 3588

https://github.com/aws/deep-learning-containers/blob/master/available_images.md#sagemaker-framework-containers-sm-support-only
https://docs.aws.amazon.com/systems-manager/latest/userguide/ssm-agent.html
https://docs.aws.amazon.com/systems-manager/latest/userguide/ssm-agent.html


Amazon SageMaker Guía para desarrolladores

agente SSM se comunique con el servicio SSM, añada la siguiente política a la función de IAM que 
utiliza para ejecutar su trabajo de formación.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssmmessages:CreateControlChannel", 
                "ssmmessages:CreateDataChannel", 
                "ssmmessages:OpenControlChannel", 
                "ssmmessages:OpenDataChannel" 
            ], 
            "Resource": "*"     
        } 
    ] 
 }

Usuario de IAM

Agregue la siguiente política para proporcionar a un usuario de IAM permisos de sesión de SSM 
para conectarse a un destino de SSM. En este caso, el objetivo del SSM es un contenedor de 
entrenamiento. SageMaker

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssm:StartSession", 
                "ssm:TerminateSession" 
            ], 
            "Resource": "*"     
        } 
    ]
}

Puede restringir a los usuarios de IAM para que se conecten únicamente a contenedores para tareas 
de formación específicas añadiendo la Condition clave, como se muestra en el siguiente ejemplo 
de política.
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{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssm:StartSession", 
                "ssm:TerminateSession" 
            ], 
            "Resource": [ 
                "*" 
            ], 
            "Condition": { 
                "StringLike": { 
                    "ssm:resourceTag/aws:ssmmessages:target-id": [ 
                        "sagemaker-training-job:*" 
                    ] 
                } 
            }  
        } 
    ]
}

También puedes usar de forma explícita la clave de sagemaker:EnableRemoteDebug condición 
para restringir la depuración remota. El siguiente es un ejemplo de política para que los usuarios de 
IAM restrinjan la depuración remota.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "DenyRemoteDebugInTrainingJob", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:UpdateTrainingJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "BoolIfExists": { 
                    "sagemaker:EnableRemoteDebug": false 
                } 
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            } 
        } 
    ]
}

Para obtener más información, consulta las claves de estado de Amazon SageMaker en la
Referencia AWS de autorización de servicio.

¿Cómo habilitar la depuración remota para un trabajo de SageMaker formación

En esta sección, aprenderás a habilitar la depuración remota al iniciar o actualizar un trabajo de 
formación en Amazon SageMaker.

SageMaker Python SDK

Con la clase estimator del SDK de SageMaker Python, puedes activar o desactivar la depuración 
remota mediante el enable_remote_debug parámetro o los enable_remote_debug()
métodos and. disable_remote_debug()

Para habilitar la depuración remota al crear un trabajo de formación

Para habilitar la depuración remota al crear un nuevo trabajo de formación, defina el
enable_remote_debug parámetro en. True El valor predeterminado esFalse, por lo que si no 
estableces este parámetro en absoluto, o lo estableces explícitamenteFalse, la funcionalidad de 
depuración remota estará deshabilitada.

import sagemaker

session = sagemaker.Session()

estimator = sagemaker.estimator.Estimator( 
    ..., 
    sagemaker_session=session, 
    image_uri="<your_image_uri>", #must be owned by your organization or Amazon 
 DLCs  
    role=role, 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
    output_path=output_path, 
    max_run=1800, 
    enable_remote_debug=True
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)

Para habilitar la depuración remota mediante la actualización de un trabajo de formación

Con los siguientes métodos de clases estimadoras, puede habilitar o deshabilitar la depuración 
remota mientras se ejecuta un trabajo SecondaryStatus de formación cuando el trabajo está 
en curso o. Downloading Training

# Enable RemoteDebug
estimator.enable_remote_debug()

# Disable RemoteDebug
estimator.disable_remote_debug()

AWS SDK for Python (Boto3)

Para habilitar la depuración remota al crear un trabajo de formación

Para habilitar la depuración remota al crear un nuevo trabajo de formación, defina el valor de la
EnableRemoteDebug clave True en el RemoteDebugConfig parámetro.

import boto3

sm = boto3.Session(region_name=region).client("sagemaker")

# Start a training job
sm.create_training_job( 
    ..., 
    TrainingJobName=job_name, 
    AlgorithmSpecification={ 
        // Specify a training Docker container image URI  
        // (Deep Learning Container or your own training container) to 
 TrainingImage. 
        "TrainingImage": "<your_image_uri>", 
        "TrainingInputMode": "File" 
    }, 
    RoleArn=iam_role_arn, 
    OutputDataConfig=output_path, 
    ResourceConfig={ 
        "InstanceType": "ml.m5.xlarge", 
        "InstanceCount": 1, 
        "VolumeSizeInGB": 30
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    }, 
    StoppingCondition={ 
        "MaxRuntimeInSeconds": 86400
    }, 
     RemoteDebugConfig={ 
        "EnableRemoteDebug": True
    }
)

Para habilitar la depuración remota mediante la actualización de un trabajo de formación

Con la update_traing_job API, puede habilitar o deshabilitar la depuración remota mientras 
se está ejecutando un trabajo SecondaryStatus de formación cuando el trabajo está
Downloading en curso o. Training

# Update a training job
sm.update_training_job( 
    TrainingJobName=job_name, 
    RemoteDebugConfig={ 
        "EnableRemoteDebug": True     # True | False 
    }
)

AWS Command Line Interface (CLI)

Para habilitar la depuración remota al crear un trabajo de formación

Prepare un archivo de CreateTrainingJob solicitud en formato JSON, de la siguiente manera.

// train-with-remote-debug.json
{ 
    "TrainingJobName": job_name, 
    "RoleArn": iam_role_arn, 
    "AlgorithmSpecification": { 
        // Specify a training Docker container image URI (Deep Learning Container or 
 your own training container) to TrainingImage. 
        "TrainingImage": "<your_image_uri>", 
        "TrainingInputMode": "File" 
    }, 
    "OutputDataConfig": { 
        "S3OutputPath": output_path
    }, 
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    "ResourceConfig": { 
        "InstanceType": "ml.m5.xlarge", 
        "InstanceCount": 1, 
        "VolumeSizeInGB": 30
    }, 
    "StoppingCondition": { 
        "MaxRuntimeInSeconds": 86400
    }, 
     "RemoteDebugConfig": { 
        "EnableRemoteDebug": True
    }
}

Después de guardar el archivo JSON, ejecute el siguiente comando en la terminal a la que envía 
el trabajo de formación. El siguiente comando de ejemplo supone que el archivo JSON tiene un 
nombretrain-with-remote-debug.json. Si lo ejecuta desde un bloc de notas de Jupyter, 
añada un signo de exclamación (!) al principio de la línea.

aws sagemaker create-training-job \ 
    --cli-input-json file://train-with-remote-debug.json

Para habilitar la depuración remota mediante la actualización de un trabajo de formación

Prepare un archivo de UpdateTrainingJob solicitud en formato JSON, de la siguiente manera.

// update-training-job-with-remote-debug-config.json
{ 
    "TrainingJobName": job_name, 
    "RemoteDebugConfig": { 
        "EnableRemoteDebug": True
    }
}

Después de guardar el archivo JSON, ejecute el siguiente comando en la terminal a la que envía 
el trabajo de formación. El siguiente comando de ejemplo supone que el archivo JSON tiene un 
nombretrain-with-remote-debug.json. Si lo ejecuta desde un bloc de notas de Jupyter, 
añada un signo de exclamación (!) al principio de la línea.

aws sagemaker update-training-job \ 
    --cli-input-json file://update-training-job-with-remote-debug-config.json
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Acceda a su contenedor de formación

Puede acceder a un contenedor de formación cuando se SecondaryStatus trate del trabajo de 
formación correspondienteTraining. Los siguientes ejemplos de código muestran cómo comprobar 
el estado de su trabajo de formación mediante la DescribeTrainingJob API, cómo comprobar 
los inicios de sesión del trabajo de formación y cómo iniciar sesión en el contenedor de formación. 
CloudWatch

Para comprobar el estado de un trabajo de formación

SageMaker Python SDK

Para comprobar la calidad SecondaryStatus de un trabajo de formación, ejecuta el siguiente 
código del SDK de SageMaker Python.

import sagemaker

session = sagemaker.Session()

# Describe the job status
training_job_info = session.describe_training_job(job_name)
print(training_job_info)

AWS SDK for Python (Boto3)

Para comprobar si se SecondaryStatus trata de un trabajo de formación, ejecuta el siguiente 
código del SDK para Python (Boto3).

import boto3

session = boto3.session.Session()
region = session.region_name
sm = boto3.Session(region_name=region).client("sagemaker")

# Describe the job status
sm.describe_training_job(TrainingJobName=job_name)

AWS Command Line Interface (CLI)

Para comprobar el estado SecondaryStatus de un trabajo de formación, ejecuta el siguiente 
AWS CLI comando for. SageMaker
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aws sagemaker describe-training-job \ 
    --training-job-name job_name

Para buscar el nombre de host de un contenedor de formación

Para conectarse al contenedor de entrenamiento a través de SSM, utilice este formato para el ID de 
destino:sagemaker-training-job:<training-job-name>_algo-<n>, donde algo-<n> es 
el nombre del anfitrión del contenedor. Si su trabajo se ejecuta en una sola instancia, el host siempre
algo-1 lo estará. Si ejecuta un trabajo de formación distribuido en varias instancias, SageMaker 
crea el mismo número de hosts y flujos de registro. Por ejemplo, si usas 4 instancias, SageMaker 
crea algo-1algo-2,algo-3, yalgo-4. Debe determinar qué flujo de registro desea depurar y su 
número de host. Para acceder a los flujos de registro asociados a un trabajo de formación, haga lo 
siguiente.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, selecciona Formación y, a continuación, Formación de 
trabajos.

3. En la lista de trabajos de formación, elija el trabajo de formación que desee depurar. Se abre la 
página de detalles del trabajo de formación.

4. En la sección Supervisar, selecciona Ver registros. La lista de registros de trabajos de formación 
relacionados se abre en la CloudWatch consola.

5. Los nombres de los flujos de registro aparecen en <training-job-name>/algo-<n>-<time-
stamp> formato y algo-<n> representan el nombre del host.

Para obtener más información sobre cómo se SageMaker administra la información de configuración 
para la formación distribuida de varias instancias, consulte Configuración de la formación distribuida.

Para acceder al contenedor de formación

Utilice el siguiente comando en la terminal para iniciar la sesión SSM (aws ssm start-session) y 
conectarse al contenedor de entrenamiento.

aws ssm start-session --target sagemaker-training-job:<training-job-name>_algo-<n>

Por ejemplo, si el nombre del trabajo de formación es training-job-test-remote-debug y 
el nombre del host esalgo-1, el ID de destino pasa sagemaker-training-job:training-
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job-test-remote-debug_algo-1 a ser. Si el resultado de este comando es similar aStarting 
session with SessionId:xxxxx, la conexión se ha realizado correctamente.

Acceso SSM con AWS PrivateLink

Si sus contenedores de formación se ejecutan en una Amazon Virtual Private Cloud que no 
está conectada a la Internet pública, puede utilizarlos AWS PrivateLink para habilitar SSM. AWS 
PrivateLinkrestringe todo el tráfico de red entre sus instancias de punto final, SSM y Amazon EC2 
a la red de Amazon. Para obtener más información sobre cómo configurar el acceso SSM conAWS 
PrivateLink, consulte Configurar un punto de conexión de Amazon VPC para Session Manager.

Registre los comandos y los resultados de la sesión de SSM

Tras seguir las instrucciones de la sección Crear un documento de preferencias del administrador 
de sesiones (línea de comandos), puede crear documentos SSM que definan sus preferencias 
para las sesiones SSM. Puede usar los documentos SSM para configurar las opciones de sesión, 
como el cifrado de datos, la duración de la sesión y el registro. Por ejemplo, puede especificar si 
desea almacenar los datos del registro de sesión en un bucket de Amazon Simple Storage Service 
(Amazon S3) o en un grupo de CloudWatch Amazon Logs. Puede crear documentos que definan las 
preferencias generales para todas las sesiones de una AWS cuenta o documentos que definan las 
preferencias de las sesiones individuales. Región de AWS

Solución de problemas consultando los registros de errores de SSM

Amazon SageMaker carga los errores del agente SSM a tus CloudWatch registros del grupo de /
aws/sagemaker/TrainingJobs registros. Los flujos de registro del agente SSM se nombran en 
este formato:. <job-name>/algo-<n>-<timestamp>/ssm Por ejemplo, si crea un trabajo de 
formación de dos nodos llamadotraining-job-test-remote-debug, el registro de trabajos de 
formación training-job-test-remote-debug/algo-<n>-<timestamp> y varios registros de 
errores del agente SSM training-job-test-remote-debug/algo-<n>-<timestamp>/ssm
se cargan en sus registros. CloudWatch En este ejemplo, puedes revisar los flujos de */ssm registro 
para solucionar problemas relacionados con el SSM.

training-job-test-remote-debug/algo-1-1680535238
training-job-test-remote-debug/algo-2-1680535238
training-job-test-remote-debug/algo-1-1680535238/ssm
training-job-test-remote-debug/algo-2-1680535238/ssm
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Consideraciones

Tenga en cuenta lo siguiente cuando utilice la depuración SageMaker remota.

• La depuración remota no es compatible con los contenedores de SageMaker algoritmos ni con los 
contenedores a partir de SageMaker ahora. AWS Marketplace

• No se puede iniciar una sesión de SSM para los contenedores que tienen activado el aislamiento 
de red porque este aislamiento impide las llamadas de red salientes.

Notas de publicación sobre las capacidades de depuración de Amazon 
SageMaker

Consulta las siguientes notas de la versión para hacer un seguimiento de las últimas actualizaciones 
de las funciones de depuración de Amazon SageMaker.

21 de diciembre de 2023

Nuevas características

Se lanzó una funcionalidad de depuración remota, una nueva capacidad de depuración SageMaker 
que le brinda un acceso básico a los contenedores de entrenamiento. Con esta versión, puede 
depurar las tareas de formación iniciando sesión en los contenedores de tareas que se ejecutan en 
las instancias de aprendizaje automático. SageMaker Para obtener más información, consulte the 
section called “Acceda a un contenedor de formación a través de SSM para realizar una depuración 
remota”.

7 de septiembre de 2023

Nuevas características

Se agregó un nuevo módulo de utilidades
sagemaker.interactive_apps.tensorboard.TensorBoardApp que proporciona una función 
llamada get_app_url(). La get_app_url() función genera direcciones URL prefirmadas 
o sin firmar para abrir la TensorBoard aplicación en cualquier entorno de Amazon SageMaker 
EC2. El objetivo es proporcionar una experiencia unificada tanto a los usuarios de Studio Classic 
como a los que no lo son. En el entorno Studio Classic, puede abrirla TensorBoard ejecutando la
get_app_url() función tal como está, o también puede especificar un nombre de trabajo para 
iniciar el seguimiento a medida que se abra la TensorBoard aplicación. En el caso de entornos 
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que no sean de Studio Classic, puede TensorBoard abrirlos proporcionando la información de su 
dominio a la función de utilidad. Con esta funcionalidad, independientemente de dónde o cómo 
ejecute el código de formación y ejecute los trabajos de formación, puede acceder directamente 
a ella TensorBoard ejecutando la get_app_url función en su portátil o terminal Jupyter. Esta 
funcionalidad está disponible en el SDK de SageMaker Python v2.184.0 y versiones posteriores. 
Para obtener más información, consulte the section called “¿Cómo acceder a TensorBoard 
SageMaker”.

4 de abril de 2023

Nuevas características

Se lanzó SageMaker con TensorBoard una capacidad que se aloja en. TensorBoard SageMaker 
TensorBoard está disponible como aplicación a través de SageMaker Domain, y la plataforma de 
SageMaker formación admite la recopilación de datos de TensorBoard salida en S3 y su carga 
automática TensorBoard en el servidor SageMaker. Con esta capacidad, puede ejecutar tareas de 
formación configuradas con redactores de TensorBoard resúmenes integrados SageMaker, guardar 
los archivos de TensorBoard salida en Amazon S3, abrir la TensorBoard aplicación directamente 
desde la SageMaker consola y cargar los archivos de salida mediante el complemento SageMaker 
Data Manager implementado en la TensorBoard interfaz alojada. No necesita realizar la instalación 
TensorBoard manualmente y hospedar localmente en los SageMaker IDE o en la máquina local. 
Para obtener más información, consulte the section called “Úselo TensorBoard”.

16 de marzo de 2023

Notas de desaprobación

SageMaker Debugger deja de utilizar la función de creación de perfiles del framework a partir 
TensorFlow de las versiones 2.11 y 2.0. PyTorch Puede seguir utilizando la función en las versiones 
anteriores de los marcos y los SDK de la siguiente manera.

• SageMaker SDK de Python <= v2.130.0

• PyTorch >= v1.6.0, < v2.0

• TensorFlow >= v2.3.1, < v2.11

Con la obsolescencia, SageMaker Debugger también deja de admitir los tres siguientes para la 
creación de perfiles de marcos. ProfilerRules

• MaxInitializationTime

Notas de la versión 3599
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• OverallFrameworkMetrics

• StepOutlier

21 de febrero de 2023

Otros cambios

• La pestaña de informes de XGBoost se ha eliminado del panel del generador de perfiles del 
Debugger. SageMaker Todavía puede acceder al informe de XGBoost descargándolo como un 
cuaderno de Jupyter o como un archivo HTML. Para obtener más información, consulte el informe 
de formación sobre el SageMaker depurador XGBoost.

• A partir de esta versión, las reglas del creador de perfiles integrado no están activadas de forma 
predeterminada. Para utilizar las reglas del generador de perfiles del SageMaker depurador para 
detectar determinados problemas computacionales, es necesario añadir las reglas al configurar un 
lanzador de tareas de entrenamiento. SageMaker

1 de diciembre de 2020

Amazon SageMaker Debugger lanzó funciones de creación de perfiles profundos en re:Invent 2020.

3 de diciembre de 2019

Amazon SageMaker Debugger se lanzó inicialmente en re:Invent 2019.

Perfilar y optimizar el rendimiento computacional

Cuando se entrenan modelos de aprendizaje state-of-the-art profundo que crecen rápidamente 
en tamaño, escalar el trabajo de entrenamiento de dichos modelos a un gran clúster de GPU e 
identificar los problemas de rendimiento computacional derivados de miles de millones y billones de 
operaciones y comunicaciones en cada iteración del proceso de descenso de gradientes se convierte 
en un desafío.

SageMaker proporciona herramientas de creación de perfiles para visualizar y diagnosticar 
problemas de computación tan complejos que surgen al realizar trabajos de formación con recursos 
de computación en la nube. AWS Se SageMaker ofrecen dos opciones de creación de perfiles: 
Amazon SageMaker Profiler y un monitor de uso de recursos en Amazon Studio Classic. SageMaker 
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Consulte las siguientes introducciones de las dos funcionalidades para obtener información rápida y 
saber cuál usar en función de sus necesidades.

Amazon SageMaker Profiler

Amazon SageMaker Profiler es una función de creación de perfiles SageMaker con la que puede 
analizar en profundidad los recursos informáticos aprovisionados mientras entrena modelos de 
aprendizaje profundo y obtener visibilidad de los detalles a nivel operativo. SageMaker Profiler 
proporciona módulos de Python para añadir anotaciones en todos los scripts PyTorch o TensorFlow 
entrenarlos y activar SageMaker Profiler. Puede acceder a los módulos a través del SDK de 
SageMaker Python y AWS Deep Learning Containers.

Con SageMaker Profiler, puede realizar un seguimiento de todas las actividades de las CPU y las 
GPU, como el uso de las CPU y las GPU, la ejecución del núcleo en las GPU, los lanzamientos del 
núcleo en las CPU, las operaciones de sincronización, las operaciones de memoria entre las CPU 
y las GPU, las latencias entre los lanzamientos del núcleo y las ejecuciones correspondientes y la 
transferencia de datos entre las CPU y las GPU.

SageMaker Profiler también ofrece una interfaz de usuario (UI) que visualiza el perfil, un resumen 
estadístico de los eventos perfilados y la cronología de un trabajo de capacitación para rastrear y 
comprender la relación temporal de los eventos entre las GPU y las CPU.

Para obtener más información sobre Profiler, consulte. SageMaker the section called “Utilice Profiler 
SageMaker ”

Supervisión de los recursos AWS informáticos en Amazon SageMaker Studio Classic

SageMaker también proporciona una interfaz de usuario en Studio Classic para monitorear la 
utilización de los recursos a un alto nivel, pero con más granularidad en comparación con las 
métricas de uso predeterminadas recopiladas desde SageMaker hasta CloudWatch.

Para cualquier trabajo de formación que ejecute SageMaker con el SDK de SageMaker Python, 
SageMaker comienza a perfilar las métricas básicas de uso de los recursos, como el uso de la CPU, 
el uso de la GPU, el uso de la memoria de la GPU, la red y el tiempo de espera de E/S. Recopila 
estas métricas de uso de recursos cada 500 milisegundos.

En comparación con CloudWatch las métricas de Amazon, que recopilan las métricas a intervalos 
de 1 segundo, la funcionalidad de monitoreo SageMaker proporciona una granularidad más precisa 
de las métricas de uso de los recursos en intervalos de 100 milisegundos (0,1 segundos), por lo que 
puede profundizar en las métricas a nivel de una operación o un paso.

Perfilar y optimizar el rendimiento computacional 3601
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Para acceder al panel de control para supervisar las métricas de utilización de los recursos de 
un trabajo de formación, consulte la interfaz de usuario del SageMakerdepurador en Studio 
Experiments. SageMaker

Temas

• Utilice Amazon SageMaker Profiler para perfilar las actividades en los AWS recursos informáticos

• Supervise el uso de los recursos AWS informáticos en Amazon SageMaker Studio Classic

• Notas de publicación sobre las capacidades de creación de perfiles de Amazon SageMaker

Utilice Amazon SageMaker Profiler para perfilar las actividades en los AWS 
recursos informáticos

Amazon SageMaker Profiler se encuentra actualmente en versión preliminar y está disponible 
sin coste alguno si es compatibleRegiones de AWS. La versión general de Amazon SageMaker 
Profiler (si existe) puede incluir funciones y precios diferentes a los que se ofrecen en la versión 
preliminar.

Amazon SageMaker Profiler es una función de Amazon SageMaker que proporciona una vista 
detallada de los recursos AWS informáticos aprovisionados durante el entrenamiento de modelos de 
aprendizaje profundo. SageMaker Se centra en crear perfiles del uso de la CPU y la GPU, ejecutar 
el núcleo en las GPU, lanzar el núcleo en las CPU, sincronizar las operaciones de memoria entre las 
CPU y las GPU, las latencias entre los lanzamientos del núcleo y las ejecuciones correspondientes, y 
transferir datos entre las CPU y las GPU. SageMaker Profiler también ofrece una interfaz de usuario 
(UI) que visualiza el perfil, un resumen estadístico de los eventos perfilados y la cronología de un 
trabajo de capacitación para rastrear y comprender la relación temporal de los eventos entre las GPU 
y las CPU.

Note

SageMaker Profiler admite PyTorch TensorFlow y está disponible en AWSDeep Learning 
Containers para SageMaker. Para obtener más información, consulte the section called 
“Marcos, imágenes y tipos Regiones de AWS de instancias compatibles”.
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Para científicos de datos

El entrenamiento de modelos de aprendizaje profundo en un clúster de computación grande suele 
tener problemas de optimización computacional, como cuellos de botella, latencias de lanzamiento 
del kernel, límite de memoria y bajo consumo de recursos.

Para identificar estos problemas de rendimiento computacional, es necesario analizar más a fondo 
los recursos de computación para comprender qué kernels introducen latencias y qué operaciones 
provocan cuellos de botella. Los científicos de datos pueden aprovechar la interfaz de usuario 
de SageMaker Profiler para visualizar el perfil detallado de los trabajos de formación. La interfaz 
de usuario proporciona un panel de control con gráficos resumidos y una interfaz de cronograma 
para realizar un seguimiento de todos los eventos de los recursos de computación. Los científicos 
de datos también pueden añadir anotaciones personalizadas para realizar un seguimiento de 
determinadas partes del trabajo de formación mediante los módulos SageMaker Profiler Python.

Para administradores

A través de la página de inicio de Profiler en la SageMaker consola o el SageMaker dominio, puede 
administrar los usuarios de la aplicación Profiler si es administrador de una AWS cuenta o dominio. 
SageMaker Cada usuario de Dominio puede acceder a su propia aplicación Generador de perfiles 
con los permisos concedidos. Como administrador del SageMaker dominio y usuario del dominio, 
puede crear y eliminar la aplicación Profiler en función del nivel de permisos del que disponga.

Marcos, imágenes y tipos Regiones de AWS de instancias compatibles

Esta característica es compatible con los siguientes marcos de machine learning y Regiones de 
AWS.

Note

Para usar esta función, asegúrate de tener instalada al menos la versión 2.180.0 del SDK de 
SageMaker Python.

SageMaker imágenes de framework preinstaladas con Profiler SageMaker

SageMaker Profiler viene preinstalado en los siguientes AWSDeep Learning Containers para. 
SageMaker
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PyTorchimágenes

PyTorch versiones URI de imagen de DLC de AWS

2.0.0 763104351884  .dkr.ecr. <region>. 
amazonaws.com/pytorch-training:2.0.0-gpu-
py310-cu118-ubuntu20.04-sagemaker

1.13.1 763104351884 .dkr.ecr.  <region>. 
amazonaws.com/pytorch-training:1.13.1-gpu-
py39-cu117-ubuntu20.04-sagemaker

TensorFlow imágenes

TensorFlow versiones URI de imagen de DLC de AWS

2.13.0 763104351884  .dkr.ecr. <region>. 
amazonaws.com/tensorflow-training:2.13.0-
gpu-py310-cu118-ubuntu20.04-sagemaker

2.12.0 763104351884 .dkr.ecr.  <region>. 
amazonaws.com/tensorflow-training:2.12.0-
gpu-py310-cu118-ubuntu20.04-sagemaker

2.11.0 763104351884 .dkr.ecr.  <region>. 
amazonaws.com/tensorflow-training:2.11.0-
gpu-py39-cu112-ubuntu20.04-sagemaker

Si desea utilizar SageMaker Profiler para otras imágenes de framework o para sus propias imágenes 
de Docker, instale SageMaker Profiler con los archivos binarios del paquete Profiler SageMaker 
Python que se proporcionan en la siguiente sección.

SageMaker Archivos binarios del paquete Profiler Python

Si desea configurar su propio contenedor de Docker, usar SageMaker Profiler en otros contenedores 
prediseñados o instalar el paquete Profiler SageMaker Python de forma local TensorFlow, use uno 
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de los siguientes archivos binarios. PyTorch Según las versiones de Python y CUDA de su entorno, 
elija una de las siguientes opciones.

PyTorch

• Python 3.8, CUDA 11.3: https://smppy.s3.amazonaws.com/pytorch/cu113/smprof-0.3.334-cp38-
cp38-linux_x86_64.whl

• Python 3.9, CUDA 11.7: https://smppy.s3.amazonaws.com/pytorch/cu117/smprof-0.3.334-cp39-
cp39-linux_x86_64.whl

• Python 3.10, CUDA 11.8: https://smppy.s3.amazonaws.com/pytorch/cu118/smprof-0.3.334-cp310-
cp310-linux_x86_64.whl

• Python 3.10, CUDA 12.1: https://smppy.s3.amazonaws.com/pytorch/cu121/smprof-0.3.334-cp310-
cp310-linux_x86_64.whl

TensorFlow

• Python 3.9, CUDA 11.2: https://smppy.s3.amazonaws.com/tensorflow/cu112/smprof-0.3.334-cp39-
cp39-linux_x86_64.whl

• Python 3.10, CUDA 11.8: https://smppy.s3.amazonaws.com/tensorflow/cu118/smprof-0.3.334-
cp310-cp310-linux_x86_64.whl

Para obtener más información sobre cómo instalar SageMaker Profiler mediante los archivos 
binarios, consulte. the section called “(Opcional) Instale el paquete SageMaker Profiler Python”

Regiones de AWS admitidas

SageMaker Profiler está disponible en las siguientes versiones. Regiones de AWS

• Este de EE. UU. (Norte de Virginia) (us-east-1)

• Este de EE. UU. (Ohio) (us-east-2)

• Oeste de EE. UU. (Oregón) (us-west-2)

• Europa (Fráncfort) (eu-central-1)

• Europa (Irlanda) (eu-west-1)
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Tipos de instancias admitidas

SageMaker Profiler admite la creación de perfiles de los trabajos de formación en los siguientes tipos 
de instancias.

Elaboración de perfiles de CPU y GPU

• ml.g4dn.12xlarge

• ml.g5.24xlarge

• ml.g5.48xlarge

• ml.p3dn.24xlarge

• ml.p4de.24xlarge

• ml.p4d.24xlarge

• ml.p5.48xlarge

Solo creación de perfiles de GPU

• ml.g5.2xlarge

• ml.g5.4xlarge

• ml.g5.8xlarge

• ml.g5.16.xlarge

Requisitos previos

La siguiente lista muestra los requisitos previos para empezar a utilizar SageMaker Profiler.

• Un SageMaker dominio configurado con Amazon VPC en tu AWS cuenta.

Para obtener instrucciones sobre cómo configurar un dominio, consulta Cómo incorporar un 
SageMaker dominio de Amazon mediante una configuración rápida. También debe añadir perfiles 
de usuario de dominio para que los usuarios individuales puedan acceder a la aplicación de 
interfaz de usuario del Generador de perfiles. Para obtener más información, consulta Añadir y 
eliminar perfiles SageMaker de usuario de dominios.

• La siguiente lista es el conjunto mínimo de permisos para usar la aplicación de interfaz de usuario 
Generador de perfiles.

• sagemaker:CreateApp
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• sagemaker:DeleteApp

• sagemaker:DescribeTrainingJob

• sagemaker:Search

• s3:GetObject

• s3:ListBucket

Prepare y ejecute un trabajo de formación con SageMaker Profiler

La configuración para ejecutar un trabajo de formación con el SageMaker Profiler consta de dos 
pasos: adaptar el guion de formación y configurar el lanzador de tareas de SageMaker formación.

Temas

• Paso 1: Adapte su script de entrenamiento con los módulos SageMaker Profiler Python

• Paso 2: Cree un estimador de SageMaker marcos y active Profiler SageMaker

• (Opcional) Instale el paquete SageMaker Profiler Python

Paso 1: Adapte su script de entrenamiento con los módulos SageMaker Profiler Python

Para empezar a capturar las ejecuciones del núcleo en las GPU mientras se ejecuta el trabajo de 
entrenamiento, modifique el script de entrenamiento mediante los módulos SageMaker Profiler 
Python. Importe la biblioteca y añada los métodos start_profiling() y stop_profiling()
para definir el principio y el final de la creación de perfiles. También puede utilizar anotaciones 
personalizadas opcionales para añadir marcadores en el script de entrenamiento a fin de visualizar 
las actividades del hardware durante determinadas operaciones de cada paso.

Ten en cuenta que los anotadores extraen las operaciones de las GPU. Para las operaciones de 
creación de un perfil en las CPU, no es necesario añadir ninguna anotación adicional. La creación de 
perfiles de CPU también se activa cuando especificas la configuración de creación de perfiles, con 
la que practicará en the section called “Paso 2: Cree un estimador de SageMaker marcos y active 
Profiler SageMaker ”.

Note

Elaborar un perfil de todo un trabajo de entrenamiento no es el uso más eficiente de los 
recursos. Recomendamos perfilar un máximo de 300 pasos de un trabajo de entrenamiento.
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Important

La versión en curso 14 de diciembre de 2023 implica un cambio radical. El nombre del 
paquete SageMaker Profiler Python se cambia de smppy asmprof. Esto es efectivo en 
los contenedores de SageMaker Framework para la TensorFlow versión 2.12 y versiones 
posteriores.
Si utiliza una de las versiones anteriores de SageMaker Framework Containers, como 
la TensorFlow v2.11.0, el paquete Profiler SageMaker Python seguirá disponible como.
smppy Si no está seguro de qué versión o del nombre del paquete debe utilizar, sustituya 
la declaración de importación del paquete SageMaker Profiler por el siguiente fragmento de 
código.

try: 
    import smprof  
except ImportError: 
    # backward-compatability for TF 2.11 and PT 1.13.1 images 
    import smppy as smprof

Método 1. Utilice el administrador de contexto smprof.annotate para anotar todas las funciones

Puede agrupar todas las funciones con el smprof.annotate() administrador de contexto. Se 
recomienda utilizar este contenedor si desea crear perfiles por funciones en lugar de por líneas de 
código. El siguiente script de ejemplo muestra cómo implementar el administrador de contexto para 
encapsular el ciclo de entrenamiento y todas las funciones en cada iteración.

import smprof

SMProf = smprof.SMProfiler.instance()
config = smprof.Config()
config.profiler = { 
    "EnableCuda": "1",
}
SMProf.configure(config)
SMProf.start_profiling()

for epoch in range(args.epochs): 
    if world_size > 1: 
        sampler.set_epoch(epoch) 
    tstart = time.perf_counter() 
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    for i, data in enumerate(trainloader, 0): 
        with smprof.annotate("step_"+str(i)): 
            inputs, labels = data 
            inputs = inputs.to("cuda", non_blocking=True) 
            labels = labels.to("cuda", non_blocking=True) 
     
            optimizer.zero_grad() 
     
            with smprof.annotate("Forward"): 
                outputs = net(inputs) 
            with smprof.annotate("Loss"): 
                loss = criterion(outputs, labels) 
            with smprof.annotate("Backward"): 
                loss.backward() 
            with smprof.annotate("Optimizer"): 
                optimizer.step()

SMProf.stop_profiling()

Método 1. Utilice smprof.annotation_begin() y smprof.annotation_end() anote una línea 
de código específica en funciones

También puede definir anotaciones para perfilar líneas de código específicas. Puede establecer el 
punto de inicio y el punto de conexión exactos de la creación de perfiles a nivel de líneas de código 
individuales, no mediante las funciones. Por ejemplo, en el siguiente script, el step_annotator
se define el al principio de cada iteración y termina al final de la iteración. Mientras tanto, se definen 
otros anotadores detallados para cada operación y encapsulan las operaciones objetivo a lo largo de 
cada iteración.

import smprof

SMProf = smprof.SMProfiler.instance()
config = smprof.Config()
config.profiler = { 
    "EnableCuda": "1",
}
SMProf.configure(config)
SMProf.start_profiling()

for epoch in range(args.epochs): 
    if world_size > 1: 
        sampler.set_epoch(epoch) 
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    tstart = time.perf_counter() 
    for i, data in enumerate(trainloader, 0): 
        step_annotator = smprof.annotation_begin("step_" + str(i)) 

        inputs, labels = data 
        inputs = inputs.to("cuda", non_blocking=True) 
        labels = labels.to("cuda", non_blocking=True) 
        optimizer.zero_grad() 

        forward_annotator = smprof.annotation_begin("Forward") 
        outputs = net(inputs) 
        smprof.annotation_end(forward_annotator) 

        loss_annotator = smprof.annotation_begin("Loss") 
        loss = criterion(outputs, labels) 
        smprof.annotation_end(loss_annotator) 

        backward_annotator = smprof.annotation_begin("Backward") 
        loss.backward() 
        smprof.annotation_end(backward_annotator) 

        optimizer_annotator = smprof.annotation_begin("Optimizer") 
        optimizer.step() 
        smprof.annotation_end(optimizer_annotator) 

        smprof.annotation_end(step_annotator)

SMProf.stop_profiling()

Tras anotar y configurar los módulos de iniciación del generador de perfiles, guarde el guion 
para enviarlo mediante un lanzador de tareas de SageMaker formación en el siguiente 
paso 2. En el ejemplo del lanzador se presupone que el script de entrenamiento se llama
train_with_profiler_demo.py.

Paso 2: Cree un estimador de SageMaker marcos y active Profiler SageMaker

El siguiente procedimiento muestra cómo preparar un estimador de SageMaker marco para el 
entrenamiento con el SDK de SageMaker Python.

1. Configure un objeto profiler_config mediante los módulos ProfilerConfig y Profiler
de la siguiente manera.

from sagemaker import ProfilerConfig, Profiler
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profiler_config = ProfilerConfig( 
    profile_params = Profiler(cpu_profiling_duration=3600)
)

La siguiente es la descripción del módulo Profiler y su argumento.

• Profiler: El módulo para activar SageMaker Profiler con el trabajo de formación.

• cpu_profiling_duration (int): especifique la duración en segundos para la creación de 
perfiles en las CPU. El valor predeterminado es de 3600 segundos.

2. Cree un estimador de SageMaker marco con el profiler_config objeto creado en el paso 
anterior. El código siguiente muestra un ejemplo de creación de un PyTorch estimador. Si desea 
crear un TensorFlow estimador, impórtelo sagemaker.tensorflow.TensorFlow en su lugar 
y especifique una de TensorFlowlas versiones compatibles con Profiler. SageMaker Para obtener 
más información sobre los tipos de instancias admitidos, consulte the section called “SageMaker 
imágenes de framework preinstaladas con Profiler SageMaker ”.

import sagemaker
from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    framework_version="2.0.0", 
    role=sagemaker.get_execution_role(), 
    entry_point="train_with_profiler_demo.py", # your training job entry point 
    source_dir=source_dir, # source directory for your training script 
    output_path=output_path, 
    base_job_name="sagemaker-profiler-demo", 
    hyperparameters=hyperparameters, # if any 
    instance_count=1, # Recommended to test with < 8 
    instance_type=ml.p4d.24xlarge, 
    profiler_config=profiler_config
)

3. Inicie el trabajo de entrenamiento ejecutando el método fit. Con wait=False, puede silenciar 
los registros de los trabajos de entrenamiento y dejar que se ejecuten en segundo plano.

estimator.fit(wait=False)
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Mientras ejecuta el trabajo de entrenamiento o una vez finalizado el trabajo, puede pasar al tema 
siguiente en the section called “Abre la aplicación de interfaz de SageMaker usuario Profiler” y 
empezar a explorar y visualizar los perfiles guardados.

Si desea acceder directamente a los datos del perfil guardados en el bucket de Amazon S3, utilice el 
siguiente script para recuperar el URI de S3.

import os
# This is an ad-hoc function to get the S3 URI
# to where the profile output data is saved
def get_detailed_profiler_output_uri(estimator): 
    config_name = None 
    for processing in estimator.profiler_rule_configs: 
        params = processing.get("RuleParameters", dict()) 
        rule = config_name = params.get("rule_to_invoke", "") 
        if rule == "DetailedProfilerProcessing": 
            config_name = processing.get("RuleConfigurationName") 
            break 
    return os.path.join( 
        estimator.output_path,  
        estimator.latest_training_job.name,  
        "rule-output", 
        config_name, 
    )

print( 
    f"Profiler output S3 bucket: ",  
    get_detailed_profiler_output_uri(estimator)
)

(Opcional) Instale el paquete SageMaker Profiler Python

Para usar SageMaker Profiler en imágenes de TensorFlow marcos PyTorch o marcos que no figuran 
en the section called “SageMaker imágenes de framework preinstaladas con Profiler SageMaker ” él 
o en su propio contenedor Docker personalizado con fines de formación, puede instalar SageMaker 
Profiler mediante uno de los. the section called “SageMaker Archivos binarios del paquete Profiler 
Python”

Opción 1: Instale el paquete SageMaker Profiler al iniciar un trabajo de formación

Si desea utilizar SageMaker Profiler para realizar tareas de formación con TensorFlow imágenes 
PyTorch o imágenes que no aparecen en ellasthe section called “SageMaker imágenes de 
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framework preinstaladas con Profiler SageMaker ”, cree un requirements.txt archivo y ubíquelo 
en la ruta que especifique para el source_dir parámetro del estimador de SageMaker marcos en 
el paso 2. Para obtener más información sobre la configuración de un requirements.txt archivo 
en general, consulte Uso de bibliotecas de terceros en la documentación del SDK de SageMaker 
Python. En el requirements.txt archivo, añada una de las rutas de bucket de S3 parathe section 
called “SageMaker Archivos binarios del paquete Profiler Python”.

# requirements.txt
https://smppy.s3.amazonaws.com/tensorflow/cu112/smprof-0.3.332-cp39-cp39-
linux_x86_64.whl

Opción 2: instale el paquete SageMaker Profiler en sus contenedores Docker personalizados

Si utilizas un contenedor Docker personalizado para la formación, añade uno de ellos the section 
called “SageMaker Archivos binarios del paquete Profiler Python” a tu Dockerfile.

# Install the smprof package version compatible with your CUDA version
RUN pip install https://smppy.s3.amazonaws.com/tensorflow/cu112/smprof-0.3.332-cp39-
cp39-linux_x86_64.whl

Para obtener información sobre cómo ejecutar un contenedor Docker personalizado para 
el entrenamiento SageMaker en general, consulta Cómo adaptar tu propio contenedor de 
entrenamiento.

Abre la aplicación de interfaz de SageMaker usuario Profiler

Puede acceder a la aplicación de interfaz de usuario SageMaker Profiler a través de las siguientes 
opciones.

Temas

• Opción 1: inicie la interfaz de usuario del SageMaker generador de perfiles desde la página de 
detalles del dominio

• Opción 2: inicie la aplicación de interfaz de usuario de SageMaker Profiler desde la página de inicio 
de SageMaker Profiler de la consola SageMaker

• Opción 3: usar la función de inicio de aplicaciones en el SDK de SageMaker Python
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Opción 1: inicie la interfaz de usuario del SageMaker generador de perfiles desde la página de 
detalles del dominio

Si tiene acceso a la SageMaker consola, puede utilizar esta opción.

Ir a la página de detalles del dominio

En el siguiente procedimiento se muestra cómo ira la página de detalles del dominio.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Dominios.

3. En la lista de dominios, selecciona el dominio en el que quieres lanzar la aplicación SageMaker 
Profiler.

Inicie la aplicación de interfaz de SageMaker usuario Profiler

El siguiente procedimiento muestra cómo iniciar la aplicación SageMaker Profiler que está 
relacionada con un perfil de usuario.

1. En la página Detalles del dominio, elija la pestaña Perfiles de usuario.

2. Identifique el perfil de usuario para el que desea iniciar la aplicación de interfaz de usuario 
SageMaker Profiler.

3. Elija Launch (Lanzar) para el perfil de usuario seleccionado y elija Profiler (Generador de perfiles).

Opción 2: inicie la aplicación de interfaz de usuario de SageMaker Profiler desde la página de inicio 
de SageMaker Profiler de la consola SageMaker

El siguiente procedimiento describe cómo iniciar la aplicación de interfaz de usuario de SageMaker 
Profiler desde la página de inicio de SageMaker Profiler de la consola. SageMaker Si tiene acceso a 
la SageMaker consola, puede utilizar esta opción.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación izquierdo, seleccione Profiler (Generador de perfiles).

3. En Comenzar, selecciona el dominio en el que quieres lanzar la aplicación Studio Classic. Si su 
perfil de usuario solo pertenece a un dominio, no verá la opción para seleccionar un dominio.

4. Seleccione el perfil de usuario para el que desea iniciar la aplicación de interfaz de usuario 
SageMaker Profiler. Si no hay ningún perfil de usuario en el dominio, seleccione Crear perfil de 
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usuario. Para obtener más información sobre la creación de un nuevo perfil de usuario, consulte
Añadir y eliminar perfiles de usuario.

5. Seleccione Open Profiler (Abrir generador de perfiles).

Opción 3: usar la función de inicio de aplicaciones en el SDK de SageMaker Python

Si es un usuario de SageMaker Domain y solo tiene acceso a SageMaker Studio, puede acceder 
a la aplicación de interfaz de usuario SageMaker Profiler a través de SageMaker Studio Classic 
ejecutando la
sagemaker.interactive_apps.detail_profiler_app.DetailProfilerAppfunción.

Ten en cuenta que SageMaker Studio Classic es la experiencia anterior a la interfaz de usuario de 
Studio antes de re:Invent 2023 y se migrará como aplicación a una interfaz de usuario de Studio 
de nuevo diseño en re:Invent 2023. La aplicación de interfaz de usuario SageMaker Profiler está 
disponible a nivel de SageMaker dominio y, por lo tanto, requiere tu ID de dominio y tu nombre de 
perfil de usuario. Actualmente, la DetailedProfilerApp función solo funciona en la aplicación 
SageMaker Studio Classic; la función recoge correctamente la información del dominio y del perfil de 
usuario de SageMaker Studio Classic.

Para Domain, los usuarios de Domain y Studio creados antes de re:Invent 2023, Studio Classic sería 
la experiencia predeterminada, a menos que la hayas actualizado siguiendo las instrucciones de 
Migración desde Amazon SageMaker  Studio Classic. Si este es tu caso, no es necesario realizar 
ninguna otra acción y puedes iniciar directamente la aplicación de interfaz de usuario SageMaker 
Profiler ejecutando la función. DetailProfilerApp

Si has creado un dominio y un estudio nuevos después de re:Invent 2023, inicia la aplicación Studio 
Classic en la interfaz de usuario de Studio y, a continuación, ejecuta la DetailProfilerApp
función para iniciar la aplicación de interfaz de usuario de Profiler. SageMaker

Ten en cuenta que la DetailedProfilerApp función no funciona en otros IDE de aprendizaje 
SageMaker automático, como la aplicación Studio, la JupyterLab aplicación SageMaker SageMaker 
Studio Code Editor y SageMaker las instancias de Notebook. Si ejecutas la DetailedProfilerApp
función en esos IDE, devolverá una URL a la página de inicio de Profiler en la SageMaker consola, 
en lugar de un enlace directo para abrir la aplicación de interfaz de usuario de Profiler.
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Explore los datos de salida del perfil visualizados en la interfaz de usuario de Profiler 
SageMaker

En esta sección, se explica la interfaz de usuario del SageMaker generador de perfiles y se 
proporcionan consejos sobre cómo utilizarla y obtener información al respecto.

Cargar perfil

Al abrir la interfaz de usuario del SageMaker generador de perfiles, se abre la página Cargar perfil. 
Para cargar y generar Dashboard (Panel de control) y Timeline (Línea temporal), siga el siguiente 
procedimiento.

Para cargar el perfil de un trabajo de entrenamiento

1. En la sección List of training jobs (Lista de trabajos de entrenamiento), utilice la casilla de 
verificación para elegir el trabajo de entrenamiento para el que desea cargar el perfil.

2. Elija Load (Cargar). El nombre del trabajo debe aparecer en la sección Loaded profile (Perfil 
cargado), en la parte superior.

3. Pulse el botón de radio situado a la izquierda de Job name (Nombre del trabajo) para generar 
el Dashboard (Panel de control) y Timeline (Línea temporal). Tenga en cuenta que cuando 
selecciona el botón de opción, la interfaz de usuario abre automáticamente Dashboard (Panel de 
control). Tenga en cuenta también que si genera las visualizaciones mientras el estado del trabajo 
y el estado de carga aún parecen estar en curso, la interfaz de usuario del SageMaker generador 
de perfiles genera gráficos de panel y una cronología con los datos de perfil más recientes 
recopilados del trabajo de formación en curso o los datos del perfil cargados parcialmente.

Tip

Puede cargar y visualizar un perfil a la vez. Para cargar otro perfil, primero debe descargar el 
perfil cargado anteriormente. Para descargar un perfil, utilice el icono de la papelera situado 
en el extremo derecho del perfil, en la sección Loaded profile (Perfil cargado).
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Panel de control

Cuando termine de cargar y seleccionar el trabajo de entrenamiento, la interfaz de usuario 
abre la página de Dahsboard (Panel de control), que incluye los siguientes paneles de forma 
predeterminada.

• GPU active time (Tiempo de actividad de la GPU): este gráfico circular muestra el porcentaje de 
tiempo de actividad de la GPU en comparación con el tiempo de inactividad de la GPU. Puedes 
comprobar si tus GPU están más activas que inactivas durante todo el trabajo de entrenamiento. El 
tiempo de actividad de la GPU se basa en los puntos de datos del perfil con una tasa de utilización 
superior al 0 %, mientras que el tiempo de inactividad de la GPU se basa en los puntos de datos 
perfilados con un 0 % de utilización.

• GPU utilization over time (Utilización de la GPU a lo largo del tiempo): este gráfico cronológico 
muestra la tasa media de utilización de la GPU a lo largo del tiempo por nodo, agrupando 
todos los nodos en un único gráfico. Puede comprobar si las GPU tienen una carga de trabajo 
desequilibrada, problemas de infrautilización, cuellos de botella o problemas de inactividad durante 
determinados intervalos de tiempo. Para realizar un seguimiento de la tasa de utilización a nivel de 
GPU individual y de las ejecuciones del kernel relacionadas, utilice la the section called “Interfaz de 
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línea de tiempo”. Tenga en cuenta que la recopilación de actividades de la GPU comienza desde 
donde agregó la función de inicio del generador de perfiles SMProf.start_profiling() en su 
script de entrenamiento y termina en SMProf.stop_profiling().

• GPU active time (Tiempo de actividad de la CPU): este gráfico circular muestra el porcentaje de 
tiempo de actividad de la CPU en comparación con el tiempo de inactividad de la CPU. Puede 
comprobar si las CPU están más activas que inactivas durante todo el trabajo de entrenamiento. El 
tiempo de actividad de la GCU se basa en los puntos de datos del perfil con una tasa de utilización 
superior al 0 %, mientras que el tiempo de inactividad de la CPU se basa en los puntos de datos 
perfilados con un 0 % de utilización.

• CPU utilization over time (Utilización de la CPU a lo largo del tiempo): este gráfico cronológico 
muestra la tasa media de utilización de la CPU a lo largo del tiempo por nodo, agrupando todos 
los nodos en un único gráfico. Puede comprobar si las CPU tienen cuellos de botella o están 
infrautilizadas durante determinados intervalos de tiempo. Para realizar un seguimiento de la tasa 
de utilización de las CPU en función del uso individual de la GPU y de las ejecuciones del kernel, 
utilice la the section called “Interfaz de línea de tiempo”. Tenga en cuenta que las métricas de uso 
comienzan desde el principio, desde la inicialización del trabajo.

• Tiempo empleado por todos los kernels de GPU: en este gráfico circular se muestran todos los 
kernels de GPU utilizados durante el trabajo de entrenamiento. Muestra los 15 kernels de GPU 
principales de forma predeterminada como sectores individuales y todos los demás kernels en un 
sector. Pase el ratón sobre los sectores para ver información más detallada. El valor muestra el 
tiempo total de funcionamiento de los kernels de la GPU en segundos y el porcentaje se basa en el 
tiempo total del perfil.

• Tiempo empleado por los 15 principales kernels de GPU: en este gráfico circular se muestran 
todos los kernels de GPU que se utilizaron durante el trabajo de entrenamiento. Muestra los 15 
kernels de GPU principales como sectores individuales. Pase el ratón sobre los sectores para ver 
información más detallada. El valor muestra el tiempo total de funcionamiento de los kernels de la 
GPU en segundos y el porcentaje se basa en el tiempo total del perfil.

• Launch counts of all GPU kernels (Número de lanzamientos de todos los kernels de GPU): este 
gráfico circular muestra el número de lanzamientos de cada kernel de GPU lanzados durante el 
trabajo de entrenamiento. Muestra los 15 kernels de GPU principales como sectores individuales y 
todos los demás kernels en un sector. Pase el ratón sobre los sectores para ver información más 
detallada. El valor muestra el recuento total de los kernels de GPU lanzados y el porcentaje se 
basa en el número total de todos los kernels.

• Launch counts of all CPU kernels (Número de lanzamientos de los 15 kernels de CPU): este 
gráfico circular muestra el número de lanzamientos de cada kernel de CPU lanzados durante el 
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trabajo de entrenamiento. Muestra los 15 kernels de GPU principales. Pase el ratón sobre los 
sectores para ver información más detallada. El valor muestra el recuento total de los kernels de 
GPU lanzados y el porcentaje se basa en el número total de todos los kernels.

• Step time distribution (Distribución del tiempo de paso): este histograma muestra la distribución de 
la duración de los pasos en las GPU. Este gráfico se genera solo después de añadir el anotador de 
pasos al script de entrenamiento.

• Kernel precision distribution (Distribución de precisión del kernel): este gráfico circular muestra el 
porcentaje de tiempo dedicado a ejecutar los kernels en diferentes tipos de datos, como FP32, 
FP16, INT32 e INT8.

• GPU activity distribution (Distribución de la actividad de la GPU): este gráfico circular muestra el 
porcentaje de tiempo dedicado a las actividades de la GPU, como la ejecución de los kernels, la 
memoria (memcpy y memset) y la sincronización (sync).

• GPU memory operations distribution (Distribución de las operaciones de memoria de la GPU): 
este gráfico circular muestra el porcentaje de tiempo dedicado a las operaciones de memoria de la 
GPU. Esto visualiza las actividades memcopy y ayuda a identificar si su trabajo de entrenamiento 
está dedicando demasiado tiempo a determinadas operaciones de memoria.

• Create a new histogram (Crear un histograma nuevo): cree un diagrama nuevo de una métrica 
personalizada que haya anotado manualmente durante the section called “Paso 1: Adapte su 
script de entrenamiento con los módulos SageMaker Profiler Python”. Al añadir una anotación 
personalizada a un histograma nuevo, seleccione o escriba el nombre de la anotación que ha 
añadido en el script de entrenamiento. Por ejemplo, en el script de entrenamiento de demostración 
del paso 1,step, Forward, Backward, Optimize y Loss están las anotaciones personalizadas. 
Al crear un histograma nuevo, estos nombres de anotación deberían aparecer en el menú 
desplegable para seleccionar las métricas. Si elige Backward, la interfaz de usuario añade 
al panel de control el histograma del tiempo dedicado a las pasadas hacia atrás a lo largo del 
tiempo perfilado. Este tipo de histograma es útil para comprobar si hay valores atípicos que tardan 
anormalmente más tiempo y provocan problemas de embotellamiento.

En las siguientes capturas de pantalla se muestra la relación entre el tiempo de actividad de la GPU 
y la CPU y la tasa media de utilización de la GPU y la CPU con respecto al tiempo por nodo de 
procesamiento.
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En la siguiente captura de pantalla se muestra un ejemplo de gráficos circulares para comparar el 
número de veces que se lanzan los kernels de la GPU y medir el tiempo empleado en ejecutarlos. 
En los paneles Tiempo empleado por todos los kernels de la GPU y Recuento de lanzamientos de 
todos los kernels de la GPU, también puede especificar un número entero en el campo de entrada de
k para ajustar el número de leyendas que se muestran en los gráficos. Por ejemplo, si especifica 10, 
los gráficos muestran los 10 kernels más ejecutados y lanzados, respectivamente.
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En la siguiente captura de pantalla se muestra un ejemplo de paso, tiempo, duración, histograma 
y gráficos circulares para la distribución de precisión del kernel, la distribución de la actividad de la 
GPU y la distribución del funcionamiento de la memoria de la GPU.
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Interfaz de línea de tiempo

Para obtener una visión detallada de los recursos informáticos a nivel de las operaciones y los 
kernels programados en las CPU y ejecutados en las GPU, utilice la interfaz de Timeline (Línea de 
tiempo).

Puedes acercar y alejar la imagen y desplazarte hacia la izquierda o hacia la derecha en la interfaz 
de la línea de tiempo con el ratón, las teclas [w, a, s, d] o las cuatro teclas de flecha del 
teclado.

Tip

Para obtener más consejos sobre los métodos abreviados de teclado para interactuar con la 
interfaz de Timeline (Línea de tiempo), seleccione Keyboard shortcuts (Métodos abreviados 
de teclado) en el panel izquierdo.

Las pistas de la línea de tiempo están organizadas en una estructura de árbol, lo que proporciona 
información desde el nivel del host hasta el nivel del dispositivo. Por ejemplo, si ejecuta instancias de
N con ocho GPU en cada una, la estructura temporal de cada instancia sería la siguiente.

• algo-inode: estas son las SageMaker etiquetas que se utilizan para asignar los trabajos a las 
instancias aprovisionadas. El dígito inode se asigna de forma aleatoria. Por ejemplo, si usa 4 
instancias, esta sección se expande de algo-1 a algo-4.

• CPU: en esta sección, puede comprobar la tasa media de utilización de la CPU y los contadores 
de rendimiento.

• GPU: en esta sección, puede comprobar la tasa de utilización media de la GPU, la tasa de 
utilización de cada GPU individual y los kernels.

• SUM Utilization (Utilización de SUM): las tasas de uso medio de la GPU por instancia.

• HOST-0 PID-123: un nombre único asignado a cada pista de proceso. El acrónimo PID es el 
ID del proceso y el número que se le asocia es el número de ID del proceso que se registra 
durante la captura de datos del proceso. En esta sección se muestra la siguiente información 
del proceso.

• Utilización de GPU-inum_gpu: la tasa de utilización de la inum_gpu-ésima GPU a lo largo del 
tiempo.

• Dispositivo GPU-inum_gpu: el kernel se ejecuta en el inum_gpu-ésimo dispositivo GPU.
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• stream icuda_stream: secuencias CUDA que muestran cómo el kernel se ejecuta 
en el dispositivo GPU. Para obtener más información sobre las transmisiones de 
CUDA, consulte las diapositivas en PDF en CUDA C/C++ Streams and Concurrency
proporcionadas por NVIDIA.

• Host GPU-inum_gpu: el kernel se inicia en el inum_gpu-ésimo host de la GPU.

En las siguientes capturas de pantalla se muestra la línea de tiempo del perfil de un trabajo de 
entrenamiento realizado en instancias ml.p4d.24xlarge equipadas con 8 GPU NVIDIA A100 
Tensor Core en cada una.

La siguiente es una vista ampliada del perfil, en la que se imprimen una docena de pasos, incluido 
un cargador de datos intermitente entre step_232 y step_233 para recuperar el siguiente lote de 
datos.

Para cada CPU, puede realizar un seguimiento de los contadores de uso y rendimiento de la 
CPU, como "clk_unhalted_ref.tsc" y "itlb_misses.miss_causes_a_walk", que son 
indicativos de las instrucciones que se ejecutan en la CPU.

Para cada GPU, puede ver una línea de tiempo del host y una del dispositivo. Los lanzamientos del 
kernel se producen en la línea de tiempo del host y las ejecuciones del kernel se realizan en la línea 
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temporal del dispositivo. También puede ver las anotaciones (como avanzar, retroceder y optimizar) 
si ha añadido un script de entrenamiento en la cronología del host de la GPU.

En la vista cronológica, también puede realizar un seguimiento de los pares de núcleos launch-and-
run . Esto le ayuda a entender cómo se ejecuta un lanzamiento del kernel programado en un host 
(CPU) en el dispositivo GPU correspondiente.

Tip

Pulse la tecla f para ampliar el kernel seleccionado.

La siguiente captura de pantalla es una vista ampliada de step_233 y step_234 desde la 
captura de pantalla anterior. El intervalo temporal seleccionado en la siguiente captura de pantalla 
corresponde a la operación AllReduce, un paso esencial de comunicación y sincronización en 
el entrenamiento distribuido, que se ejecuta en el dispositivo GPU-0. En la captura de pantalla, 
observe que el inicio del kernel en el host de la GPU-0 se conecta con el kernel que se ejecuta en la 
secuencia 1 de dispositivos de la GPU-0, indicada con una flecha en color cian.

También aparecen dos pestañas de información en el panel inferior de la interfaz de usuario al 
seleccionar un intervalo de tiempo, como se muestra en la captura de pantalla anterior. La pestaña
Current Selection (Selección actual) muestra los detalles del kernel seleccionado y del lanzamiento 
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del kernel conectado desde el servidor. La dirección de conexión es siempre del host (CPU) al 
dispositivo (GPU), ya que cada kernel de la GPU siempre se llama desde una CPU. La pestaña
Connections (Conexiones) muestra el par de inicio y ejecución del kernel elegido. Puede seleccionar 
cualquiera de ellas para moverla al centro de la vista Timeline (Línea de tiempo).

En la siguiente captura de pantalla se amplía aún más la combinación de inicio y ejecución de la 
operación AllReduce.

Información

En Information (Información), puede acceder a la información sobre el trabajo de entrenamiento 
cargado, como el tipo de instancia, los Nombres de recurso de Amazon (ARN) (ARN) de los recursos 
de computación aprovisionados para el trabajo, los nombres de los nodos y los hiperparámetros.

Configuración

De forma predeterminada, la instancia de la aplicación SageMaker Profiler UI está configurada para 
cerrarse tras 2 horas de inactividad. En Settings (Ajustes), use los siguientes parámetros para ajustar 
el temporizador de cierre automático.

• Enable app auto shutdown (Habilitar el cierre de la aplicación): seleccione y configúrelo como 
Enabled (Habilitado) para permitir que la aplicación se cierre automáticamente después del 
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número especificado de horas de inactividad. Para desactivar la función de apagado automático, 
selecciona DIsabled (Desactivado).

• Auto shutdown threshold in hours (Umbral de cierre automático en horas): si selecciona Enabled 
(Habilitado) para Enable app auto shutdown (Habilitar apierre automático de aplicación), puede 
establecer el tiempo límite en horas para que la aplicación se cierre automáticamente. De forma 
predeterminada, se establece en 2.

Preguntas frecuentes sobre el uso de Profiler SageMaker

Utilice las siguientes preguntas frecuentes para encontrar respuestas sobre el uso de SageMaker 
Profiler.

P: Recibo un mensaje de error, ModuleNotFoundError: No module named 'smppy'

Desde diciembre de 2023, el nombre del paquete SageMaker Profiler Python ha cambiado de smppy
smprof a para resolver un problema de nombre de paquete duplicado; ya lo smppy usa un paquete 
de código abierto.

Por lo tanto, si lo ha estado utilizando smppy desde antes de diciembre de 2023 y tiene este
ModuleNotFoundError problema, es posible que se deba a que el nombre del paquete de su 
script de entrenamiento estaba desactualizado mientras tenía el smprof paquete más reciente 
instalado o estaba utilizando uno de los últimos. the section called “SageMaker imágenes de 
framework preinstaladas con Profiler SageMaker ” En ese caso, asegúrate de sustituir todas las 
menciones por «smprofen el guion de smppy formación».

Al actualizar el nombre del paquete Python de SageMaker Profiler en sus scripts de entrenamiento, 
para evitar confusiones sobre la versión del nombre del paquete que debe usar, considere la 
posibilidad de usar una declaración de importación condicional, como se muestra en el siguiente 
fragmento de código.

try: 
    import smprof  
except ImportError: 
    # backward-compatability for TF 2.11 and PT 1.13.1 images 
    import smppy as smprof

Tenga en cuenta también que, si lo ha estado utilizando smppy durante la actualización a la 
TensorFlow versión PyTorch o versiones más recientes, asegúrese de instalar el smprof paquete 
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más reciente siguiendo las instrucciones que aparecen en. the section called “(Opcional) Instale el 
paquete SageMaker Profiler Python”

P: Recibo un mensaje de error ModuleNotFoundError: No module named 'smprof'

En primer lugar, asegúrese de utilizar uno de los contenedores SageMaker Framework compatibles 
oficialmente. Si no usa uno de esos, puede instalar el smprof paquete siguiendo las instrucciones 
que se encuentran enthe section called “(Opcional) Instale el paquete SageMaker Profiler Python”.

P: No puedo importar ProfilerConfig

Si no puede importar ProfilerConfig el script del iniciador de tareas mediante el SDK de 
SageMaker Python, es posible que su entorno local o el núcleo de Jupyter tengan una versión 
bastante anticuada del SDK de Python SageMaker . Asegúrese de actualizar el SDK a la versión 
más reciente.

$ pip install --upgrade sagemaker

P: Recibo un mensaje de error, aborted: core dumped when importing smprof into my 
training script

En una versión anterior desmprof, este problema se producía con la versión PyTorch 2.0+ y 
PyTorch Lightning. Para resolver este problema, instale también el smprof paquete más reciente 
siguiendo las instrucciones que se encuentran enthe section called “(Opcional) Instale el paquete 
SageMaker Profiler Python”.

P: No encuentro la interfaz de usuario SageMaker de Profiler en SageMaker Studio. ¿Cómo puedo 
encontrarla?

Si tiene acceso a la SageMaker consola, elija una de las siguientes opciones.

• the section called “Opción 1: inicie la interfaz de usuario del SageMaker generador de perfiles 
desde la página de detalles del dominio”

• the section called “Opción 2: inicie la aplicación de interfaz de usuario de SageMaker Profiler 
desde la página de inicio de SageMaker Profiler de la consola SageMaker”

Si es usuario de un dominio y no tiene acceso a la SageMaker consola, puede acceder a la 
aplicación a través de SageMaker Studio Classic. Si este es tu caso, elige la siguiente opción.
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• the section called “Opción 3: usar la función de inicio de aplicaciones en el SDK de SageMaker 
Python”

Consideraciones

Tenga en cuenta lo siguiente cuando utilice SageMaker Profiler.

• SageMaker El generador de perfiles no es compatible con las piscinas calientes SageMaker 
gestionadas.

Supervise el uso de los recursos AWS informáticos en Amazon SageMaker 
Studio Classic

Para realizar un seguimiento del uso de los recursos informáticos de su trabajo de formación, utilice 
las herramientas de supervisión que ofrece Amazon SageMaker Debugger.

Para cualquier trabajo de entrenamiento que ejecute SageMaker con el SDK de SageMaker Python, 
Debugger recopila métricas básicas de uso de recursos, como el uso de la CPU, el uso de la GPU, el 
uso de la memoria de la GPU, la red y el tiempo de espera de E/S cada 500 milisegundos. Para ver 
el panel de control con las métricas de uso de recursos de tu trabajo de formación, simplemente usa 
la interfaz de usuario del SageMaker Debugger en Studio Experiments. SageMaker

Las operaciones y los pasos del aprendizaje profundo pueden funcionar en intervalos de 
milisegundos. En comparación con CloudWatch las métricas de Amazon, que recopilan las métricas 
a intervalos de 1 segundo, Debugger proporciona una granularidad más precisa de las métricas 
de utilización de los recursos en intervalos de 100 milisegundos (0,1 segundos) para que puedas 
profundizar en las métricas a nivel de una operación o un paso.

Si desea cambiar el intervalo de tiempo de recopilación de métricas, puede añadir un parámetro para 
la configuración de la creación de perfiles a su lanzador de trabajos de entrenamiento. Por ejemplo, 
si utilizas el SDK de SageMaker Python, debes pasar el profiler_config parámetro al crear 
un objeto estimador. Para obtener información sobre cómo ajustar el intervalo de recopilación de 
métricas de utilización de los recursos, consulte the section called “Plantilla de código para configurar 
un objeto estimador de SageMaker con los módulos de Python del depurador de SageMaker en 
el SageMaker Python SDK.” y, a continuación, the section called “Configurar los ajustes para la 
creación de perfiles básicos de la utilización de los recursos del sistema”.
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Además, puede añadir herramientas de detección de problemas denominadas reglas de creación 
de perfiles integradas que proporciona Debugger. SageMaker Las reglas de creación de perfiles 
integradas analizan las métricas de utilización de los recursos y detectan problemas de rendimiento 
computacional. Para obtener más información, consulte the section called “Configurar las reglas 
integradas del creador de perfiles”. Puede recibir los resultados del análisis de reglas a través de la
interfaz de usuario del SageMaker depurador de SageMaker Studio Experiments o del informe de 
creación de perfiles del SageMaker depurador. También puede crear reglas de creación de perfiles 
personalizadas mediante el SDK de SageMaker Python.

Para obtener más información sobre las funcionalidades de supervisión que ofrece SageMaker 
Debugger, consulte los siguientes temas.

Temas

• Configure un estimador con parámetros para la creación de perfiles básicos mediante los módulos 
de Python del depurador de Amazon SageMaker.

• Configurar las reglas integradas del creador de perfiles gestionadas por el depurador de Amazon 
SageMaker

• Lista de reglas integradas del generador de perfiles del depurador

• Interfaz de usuario de Amazon SageMaker Debugger en Amazon SageMaker Studio Classic 
Experiments

• Informe interactivo del depurador de SageMaker

• Análisis de datos mediante la biblioteca cliente de Python del depurador

Configure un estimador con parámetros para la creación de perfiles básicos mediante 
los módulos de Python del depurador de Amazon SageMaker.

Por defecto, la creación de perfiles básicos del depurador de SageMaker está activada de forma 
predeterminada y supervisa las métricas de utilización de los recursos, como la utilización de la 
CPU, la utilización de la GPU, la utilización de la memoria de la GPU, la red y el tiempo de espera 
de E/S, de todos los trabajos de entrenamiento de SageMaker enviados con el Amazon SageMaker 
Python SDK. El depurador de SageMaker recopila estas métricas de utilización de recursos cada 500 
milisegundos. No necesita realizar ningún cambio adicional en el código, el script de entrenamiento o 
el iniciador de tareas para realizar un seguimiento del uso de los recursos básicos. Si desea acceder 
al panel de métricas de utilización de recursos de su trabajo de entrenamiento en SageMaker 
Studio, puede ir directamente al Interfaz de usuario de Amazon SageMaker Debugger en Amazon 
SageMaker Studio Classic Experiments.
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Si desea cambiar el intervalo de recopilación de métricas para la creación de perfiles básicos, puede 
especificar los parámetros específicos del depurador al crear un lanzador de tareas de entrenamiento 
de SageMaker mediante el SageMaker Python SDK, AWS SDK for Python (Boto3) o AWS Command 
Line Interface (CLI). En esta guía, nos centramos en cómo cambiar las opciones de creación de 
perfiles mediante el Amazon SageMaker Python SDK.

Si desea activar las reglas que detectan automáticamente los problemas de utilización de los 
recursos del sistema, puede añadir el parámetro rules en el objeto estimador para activar las 
reglas.

Important

Para utilizar las características más recientes del depurador de SageMaker, debe actualizar 
el SageMaker Python SDK y la biblioteca cliente SMDebug. En su kernel de iPython, 
cuaderno de Jupyter o entorno de JupyterLab, ejecute el siguiente código para instalar las 
últimas versiones de las bibliotecas y reiniciar el kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
IPython.Application.instance().kernel.do_shutdown(True)

Plantilla de código para configurar un objeto estimador de SageMaker con los módulos de Python del 
depurador de SageMaker en el SageMaker Python SDK.

Para ajustar la configuración básica de creación de perfiles (profiler_config) o añadir las reglas 
del generador de perfiles (rules), seleccione una de las pestañas para obtener la plantilla para 
configurar un estimador de SageMaker. En las siguientes páginas encontrará más información 
acerca de cómo configurar los dos parámetros.

Note

Los siguientes ejemplos de código no se pueden ejecutar directamente. Continúe con las 
siguientes secciones para aprender a configurar cada parámetro.
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PyTorch

# An example of constructing a SageMaker PyTorch estimator
import boto3
import sagemaker
from sagemaker.pytorch import PyTorch
from sagemaker.debugger import ProfilerConfig, ProfilerRule, rule_configs

session=boto3.session.Session()
region=session.region_name

profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=PyTorch( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-profiling-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.12.0", 
    py_version="py37", 
     
    # SageMaker Debugger parameters 
    profiler_config=profiler_config, 
    rules=rules
)

estimator.fit(wait=False)

TensorFlow

# An example of constructing a SageMaker TensorFlow estimator
import boto3
import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import ProfilerConfig, ProfilerRule, rule_configs

session=boto3.session.Session()
region=session.region_name
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profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=TensorFlow( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-profiling-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.8.0", 
    py_version="py37", 
     
    # SageMaker Debugger parameters 
    profiler_config=profiler_config, 
    rules=rules
)

estimator.fit(wait=False)

MXNet

# An example of constructing a SageMaker MXNet estimator
import sagemaker
from sagemaker.mxnet import MXNet
from sagemaker.debugger import ProfilerConfig, ProfilerRule, rule_configs

profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=MXNet( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-profiling-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.7.0", 
    py_version="py37", 
     
    # SageMaker Debugger parameters 
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    profiler_config=profiler_config, 
    rules=rules
)

estimator.fit(wait=False)

Note

En el caso de MXNet, al configurar el parámetro profiler_config, solo puede 
configurarlo para la monitorización del sistema. Las métricas del marco de perfiles no son 
compatibles con MXNet.

XGBoost

# An example of constructing a SageMaker XGBoost estimator
import sagemaker
from sagemaker.xgboost.estimator import XGBoost
from sagemaker.debugger import ProfilerConfig, ProfilerRule, rule_configs

profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=XGBoost( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-profiling-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.5-1", 

    # Debugger-specific parameters 
    profiler_config=profiler_config, 
    rules=rules
)

estimator.fit(wait=False)
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Note

En el caso de XGBoost, al configurar el parámetro profiler_config, solo puede 
configurarlo para monitorizar el sistema. Las métricas del marco de creación de perfiles 
no son compatibles con XGBoost.

Generic estimator

# An example of constructing a SageMaker generic estimator using the XGBoost 
 algorithm base image
import boto3
import sagemaker
from sagemaker.estimator import Estimator
from sagemaker import image_uris
from sagemaker.debugger import ProfilerConfig, DebuggerHookConfig, Rule, 
 ProfilerRule, rule_configs

profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

region=boto3.Session().region_name
xgboost_container=sagemaker.image_uris.retrieve("xgboost", region, "1.5-1")

estimator=Estimator( 
    role=sagemaker.get_execution_role() 
    image_uri=xgboost_container, 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.m5.2xlarge", 
     
    # Debugger-specific parameters 
    profiler_config=profiler_config, 
    rules=rules
)

estimator.fit(wait=False)

A continuación, se proporcionan breves descripciones de los parámetros.
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• profiler_config: configure el depurador para recopilar las métricas del sistema y las 
métricas del marco de su trabajo de entrenamiento y guardarlas en el URI de su bucket de S3 
protegido o en su máquina local. Puede establecer con qué frecuencia o con qué flexibilidad se 
recopilan las métricas del sistema. Para obtener información sobre cómo configurar el parámetro
profiler_config, consulte Configurar los ajustes para la creación de perfiles básicos de la 
utilización de los recursos del sistema y Configurar la creación de perfiles del marco.

• rules: configure este parámetro para activar las reglas integradas del depurador de SageMaker 
que quiera ejecutar en paralelo. Asegúrese de que su trabajo de entrenamiento tenga acceso 
a este bucket de S3. Las reglas se basan en contenedores de procesamiento y analizan 
automáticamente su trabajo de entrenamiento para detectar problemas de rendimiento 
computacional y operativo. La regla ProfilerReport es la regla más integrada que ejecuta todas las 
reglas de creación de perfiles integradas y guarda los resultados de la creación de perfiles como 
un informe en su bucket protegido de S3. Si quiere aprender a configurar el parámetro rules, 
consulte Configurar las reglas integradas del creador de perfiles gestionadas por el depurador de 
Amazon SageMaker.

Note

El depurador guarda de forma segura los datos de salida en subcarpetas del bucket de S3 
predeterminado. Por ejemplo, el formato del URI predeterminado del bucket de S3 es s3://
sagemaker-<region>-<12digit_account_id>/<base-job-name>/<debugger-
subfolders>/. El creador crea tres subcarpetas: debug-output, profiler-output
y rule-output. También puede recuperar los URI predeterminados del bucket de S3 
mediante los classmethods del estimador de SageMaker.

Consulte los siguientes temas para obtener información detallada sobre cómo configurar los 
parámetros específicos del depurador.

Temas

• Configurar los ajustes para la creación de perfiles básicos de la utilización de los recursos del 
sistema

• Configurar la creación de perfiles del marco

• Actualización de la configuración de monitorización del sistema del depurador y creación de 
perfiles del marco mientras se ejecuta un trabajo de entrenamiento

• Desactivar el depurador
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Configurar los ajustes para la creación de perfiles básicos de la utilización de los recursos del 
sistema

Para ajustar el intervalo de tiempo para recopilar las métricas de uso, utilice la operación de la API
ProfilerConfig para crear un objeto de parámetro mientras crea un marco de SageMaker o un 
estimador genérico, según sus preferencias.

Note

De forma predeterminada, para todos los trabajos de entrenamiento de SageMaker, el 
depurador recopila las métricas de utilización de los recursos de las instancias de Amazon 
EC2 cada 500 milisegundos para monitorizar el sistema, sin ningún parámetro específico del 
depurador especificado en los estimadores de SageMaker.
El depurador guarda las métricas del sistema en el bucket de S3 predeterminado. El 
formato del URI predeterminado del bucket de S3 es s3://sagemaker-<region>-
<12digit_account_id>/<training-job-name>/profiler-output/.

El siguiente ejemplo de código muestra cómo configurar el parámetro profiler_config con un 
intervalo de tiempo de monitorización del sistema de 1000 milisegundos.

from sagemaker.debugger import ProfilerConfig

profiler_config=ProfilerConfig( 
    system_monitor_interval_millis=1000
)

• system_monitor_interval_millis(int): especifique los intervalos de monitorización en 
milisegundos para registrar las métricas del sistema. Los valores disponibles son 100, 200, 500, 
1000 (1 segundo), 5000 (5 segundos) y 60 000 (1 minuto) milisegundos. El valor predeterminado 
es de 500 milisegundos.

Para ver el progreso de la monitorización del sistema, consulte Abra el panel de Amazon SageMaker 
Debugger Insights.
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Configurar la creación de perfiles del marco

Warning

A favor del generador de perfiles de Amazon SageMaker, el depurador de SageMaker 
desaprueba la función de creación de perfiles del marco a partir de TensorFlow 2.11 y 
PyTorch 2.0. Puede seguir utilizando la función en las versiones anteriores de los marcos y 
los SDK de la siguiente manera.

• SageMaker Python SDK <= v2.130.0

• PyTorch >= v1.6.0, < v2.0

• TensorFlow >= v2.3.1, < v2.11

Véase también 16 de marzo de 2023.

Para habilitar la creación de perfiles del marco del depurador, configure el parámetro al crear un 
estimador. La creación de perfiles del marco del depurador recopila métricas del marco, como 
los datos de la etapa de inicialización, los procesos de carga de datos, los operadores en Python 
de los marcos de aprendizaje profundo y los scripts de entrenamiento, la creación de perfiles 
detallados dentro y entre los pasos, con las opciones de cProfile o Pyinstrument. Con esta clase
FrameworkProfile, puede configurar opciones de creación de perfiles de marcos personalizados.

Note

Antes de empezar con la creación de perfiles del marco del depurador, compruebe que el 
marco utilizado para crear el modelo sea compatible con el depurador para la creación de 
perfiles del marco. Para obtener más información, consulte Marcos y algoritmos compatibles.
El depurador guarda las métricas del marco en un bucket de S3 predeterminado. El 
formato del URI del bucket de S3 predeterminado es s3://sagemaker-<region>-
<12digit_account_id>/<training-job-name>/profiler-output/.

Comience un trabajo de entrenamiento con el perfil del marco predeterminado

El siguiente código de ejemplo es la configuración del parámetro profiler_config más sencilla 
para iniciar la monitorización del sistema y la creación de perfiles del marco por defecto. La clase
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FrameworkProfile del siguiente código de ejemplo inicia la creación de perfiles del marco 
predeterminado cuando comienza un trabajo de entrenamiento. La creación de perfiles del marco del 
depurador incluye las siguientes opciones: creación de perfiles detallados, creación de perfiles del 
cargador de datos y creación de perfiles de Python.

from sagemaker.debugger import ProfilerConfig, FrameworkProfile 
     
profiler_config=ProfilerConfig( 
    framework_profile_params=FrameworkProfile()
)

Con la configuración de este parámetro profiler_config, el depurador utiliza los ajustes 
predeterminados de monitorización y creación de perfiles. El depurador monitoriza las métricas 
del sistema cada 500 milisegundos; perfila el quinto paso con la opción de creación de perfiles 
detallados; el séptimo paso con la opción de creación de perfiles del cargador de datos; y los pasos 
noveno, décimo y undécimo con la opción de creación de perfiles de Python.

Para encontrar las opciones de configuración de creación de perfiles disponibles, los ajustes de 
parámetros predeterminados y ejemplos de cómo configurarlos, consulte Comience un trabajo 
de entrenamiento con la monitorización predeterminada del sistema y la creación de perfiles de 
marco personalizada con diferentes opciones de creación de perfiles y las API del depurador de 
SageMaker: FrameworkProfile en el Amazon SageMaker Python SDK.

Si quiere cambiar el intervalo de monitorización del sistema y activar la creación de perfiles del 
marco por defecto, puede especificar el parámetro system_monitor_interval_millis de forma 
explícita con el parámetro framework_profile_params. Por ejemplo, para monitorizar cada 1000 
milisegundos y habilitar la creación de perfiles del marco por defecto, utilice el siguiente código de 
ejemplo.

from sagemaker.debugger import ProfilerConfig, FrameworkProfile 
     
profiler_config=ProfilerConfig( 
    system_monitor_interval_millis=1000, 
    framework_profile_params=FrameworkProfile()
)

Para obtener más información sobre la clase FrameworkProfile, consulte las API del depurador 
de SageMaker: FrameworkProfile en el Amazon SageMaker Python SDK.
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Comience un trabajo de entrenamiento con la monitorización del sistema predeterminada y una 
creación de perfiles de marco personalizada para los pasos específicos o un intervalo de tiempo 
objetivo

Si quiere especificar los pasos o intervalos de tiempo objetivo para perfilar su trabajo de 
entrenamiento, debe especificar los parámetros de la clase FrameworkProfile. Los siguientes 
ejemplos de código, muestran cómo especificar los rangos de destino para la creación de perfiles 
junto con la monitorización del sistema.

• Para un rango de pasos objetivo

Con el siguiente ejemplo de configuración, el depurador monitoriza todo el trabajo de 
entrenamiento cada 500 milisegundos (la monitorización predeterminada) y perfila un rango de 
pasos objetivo desde el paso 5 al paso 15 (para 10 pasos).

from sagemaker.debugger import ProfilerConfig, FrameworkProfile 
     
profiler_config=ProfilerConfig( 
    framework_profile_params=FrameworkProfile(start_step=5, num_steps=10)
)

Con el siguiente ejemplo de configuración, el depurador monitoriza todo el trabajo de 
entrenamiento cada 1000 milisegundos y perfila un rango de pasos objetivo desde el paso 5 al 
paso 15 (para 10 pasos).

from sagemaker.debugger import ProfilerConfig, FrameworkProfile 
     
profiler_config=ProfilerConfig( 
    system_monitor_interval_millis=1000, 
    framework_profile_params=FrameworkProfile(start_step=5, num_steps=10)
)

• Para un intervalo de tiempo objetivo

Con el siguiente ejemplo de configuración, el depurador monitoriza todo el trabajo de 
entrenamiento cada 500 milisegundos (la monitorización predeterminada) y perfila un intervalo de 
tiempo objetivo a partir del tiempo actual de Unix durante 600 segundos.

import time
from sagemaker.debugger import ProfilerConfig, FrameworkProfile
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profiler_config=ProfilerConfig( 
    framework_profile_params=FrameworkProfile(start_unix_time=int(time.time()), 
 duration=600)
)

Con el siguiente ejemplo de configuración, el depurador monitoriza todo el trabajo de 
entrenamiento cada 1000 milisegundos y perfila un intervalo de tiempo objetivo a partir del tiempo 
actual de Unix durante 600 segundos.

import time
from sagemaker.debugger import ProfilerConfig, FrameworkProfile

profiler_config=ProfilerConfig( 
    system_monitor_interval_millis=1000, 
    framework_profile_params=FrameworkProfile(start_unix_time=int(time.time()), 
 duration=600)
)

La creación de perfiles del marco se realiza para todas las opciones de creación de perfiles en el 
paso o intervalo de tiempo objetivo.

Para obtener más información sobre las opciones de creación de perfiles disponibles, consulte las
API del depurador de SageMaker: FrameworkProfile en el Amazon SageMaker Python SDK.

La siguiente sección describe cómo programar las opciones de creación de perfiles disponibles.

Comience un trabajo de entrenamiento con la monitorización predeterminada del sistema y la 
creación de perfiles de marco personalizada con diferentes opciones de creación de perfiles

Puede utilizar las siguientes clases de configuración de creación de perfiles para gestionar las 
opciones de creación de perfiles del marco:

• DetailedProfilingConfig: especifique un paso o intervalo de tiempo objetivo para perfilar las 
operaciones del marco mediante los generadores de perfiles del marco nativos (generador de 
perfiles de TensorFlow y generador de perfiles de PyTorch). Por ejemplo, si usa TensorFlow, los 
enlaces del depurador permiten que el generador de perfiles de TensorFlow recopile métricas del 
marco específicas de TensorFlow. La creación de perfiles detallados le permite crear un perfil de 
todos los operadores del marco en un paso previo (antes del primer paso), dentro de los pasos y 
entre los pasos de un trabajo de entrenamiento.
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Note

La creación de perfiles detallados puede aumentar considerablemente el consumo de 
memoria de la GPU. No recomendamos activar la creación de perfiles detallados durante 
más de un par de pasos.

• DataLoaderProfilingConfig: especifique un paso o intervalo de tiempo objetivo para perfilar los 
procesos de carga de datos del marco de aprendizaje profundo. El depurador recopila todos los 
eventos de carga de datos de los marcos.

Note

La creación de perfiles de los cargadores de datos puede reducir el rendimiento del 
entrenamiento al recopilar información de los cargadores de datos. No recomendamos 
activar la creación de perfiles del cargador de datos durante más de un par de pasos.
El depurador está preconfigurado para anotar los procesos del cargador de datos solo para 
los contenedores de AWS del aprendizaje profundo. El depurador no puede perfilar los 
procesos del cargador de datos desde ningún otro contenedor de entrenamiento externo o 
personalizado.

• PythonProfilingConfig: especifique un paso o rango de tiempo objetivo para perfilar las funciones 
de Python. También puede elegir entre dos generadores de perfiles de Python: cProfile y 
Pyinstrument.

• cProfile: el generador de perfiles de Python estándar. cProfile recopila información de cada 
operador de Python llamado durante el entrenamiento. Con cProfile, el depurador ahorra tiempo 
acumulado y anotaciones para cada llamada de función, proporcionando detalles completos 
sobre las funciones de Python. En el aprendizaje profundo, por ejemplo, las funciones llamadas 
con más frecuencia pueden ser los filtros convolucionales y los operadores de paso hacia atrás, 
y cProfile perfila cada una de ellas. Para la opción cProfile, también puede seleccionar una 
opción de temporizador: tiempo total, tiempo de la CPU y tiempo fuera de la CPU. Si bien puede 
perfilar cada llamada de función que se ejecuta en procesadores (tanto CPU como GPU) en 
tiempo de CPU, también puede identificar cuellos de botella de E/S o de red con la opción de 
tiempo fuera de CPU. El valor predeterminado es el tiempo total y el depurador crea un perfil 
tanto del tiempo de la CPU como del tiempo fuera de la CPU. Con cProfile, puede desglosar 
cada una de las funciones al analizar los datos del perfil.
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• Pyinstrument: Pyinstrument es un generador de perfiles de Python de bajo costo que funciona 
en función del muestreo. Con la opción Pyinstrument, el depurador toma muestras de los 
eventos de creación de perfiles cada milisegundo. Como Pyinstrument mide el tiempo 
transcurrido como un reloj de pared en lugar del tiempo de la CPU, la opción Pyinstrument 
puede ser una mejor opción que la opción cProfile para reducir el ruido de la creación de 
perfiles (filtrando las llamadas de funciones irrelevantes que son acumulativamente rápidas) y 
capturar operadores que realmente requieren un uso intensivo de cómputo (lentitud acumulativa) 
para entrenar el modelo. Con Pyinstrument, puede ver un árbol de llamadas a funciones y 
comprender mejor la estructura y la causa raíz de la lentitud.

Note

Habilitar la creación de perfiles de Python puede ralentizar el tiempo total de 
entrenamiento. cProfile perfila los operadores de Python llamados con más frecuencia en 
cada llamada, por lo que el tiempo de procesamiento de la creación de perfiles aumenta 
con respecto al número de llamadas. En el caso de Pyinstrument, el tiempo acumulado de 
creación de perfiles aumenta con respecto al tiempo debido a su mecanismo de muestreo.

El siguiente ejemplo de configuración muestra la estructura completa cuando se utilizan las 
diferentes opciones de creación de perfiles con valores específicos.

import time
from sagemaker.debugger import (ProfilerConfig,  
                                FrameworkProfile,  
                                DetailedProfilingConfig,  
                                DataloaderProfilingConfig,  
                                PythonProfilingConfig, 
                                PythonProfiler, cProfileTimer)

profiler_config=ProfilerConfig( 
    system_monitor_interval_millis=500, 
    framework_profile_params=FrameworkProfile( 
        detailed_profiling_config=DetailedProfilingConfig( 
            start_step=5,  
            num_steps=1
        ), 
        dataloader_profiling_config=DataloaderProfilingConfig( 
            start_step=7,  
            num_steps=1
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        ), 
        python_profiling_config=PythonProfilingConfig( 
            start_step=9,  
            num_steps=1,  
            python_profiler=PythonProfiler.CPROFILE,  
            cprofile_timer=cProfileTimer.TOTAL_TIME
        ) 
    )
)

Para obtener más información sobre las opciones de creación de perfiles disponibles, consulte
DetailedProfilingConfig, DataloaderProfilingConfig y PythonProfilingConfig en el Amazon SageMaker 
Python SDK.

Actualización de la configuración de monitorización del sistema del depurador y creación de perfiles 
del marco mientras se ejecuta un trabajo de entrenamiento

Si quiere activar o actualizar la configuración de monitorización del depurador para un trabajo de 
entrenamiento que se está ejecutando actualmente, utilice los siguientes métodos de extensión del 
estimador de SageMaker:

• Para activar la monitorización del sistema del depurador para un trabajo de entrenamiento en 
ejecución y recibir un informe de creación de perfiles del depurador, utilice lo siguiente:

estimator.enable_default_profiling()

Al utilizar el método enable_default_profiling, el depurador inicia la monitorización 
predeterminada del sistema y la regla integrada ProfileReport, que genera un informe de 
creación de perfiles completo al final del trabajo de entrenamiento. Solo es posible invocar este 
método si el trabajo de entrenamiento actual se está ejecutando sin supervisión ni creación de 
perfiles por parte del depurador.

Para obtener más información, consulte estimator.enable_default_profiling en el Amazon 
SageMaker Python SDK.

• Para actualizar la configuración de monitorización del sistema, utilice lo siguiente:

estimator.update_profiler( 
    system_monitor_interval_millis=500
)
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Para obtener más información, consulte estimator.update_profiler en el Amazon SageMaker 
Python SDK.

Desactivar el depurador

Si quiere desactivar el depurador por completo, realice una de las siguientes acciones:

• Antes de empezar un trabajo de entrenamiento, haga lo siguiente:

Para desactivar la creación de perfiles, incluya el parámetro disable_profiler en su estimador 
y establézcalo en True.

Warning

Si lo desactiva, no podrá ver todo el panel de información del depurador de Studio ni el 
informe de creación de perfiles generado automáticamente.

Para desactivar la depuración, establezca el parámetro debugger_hook_config en False.

Warning

Si lo desactiva, no podrá recopilar los tensores de salida y no podrá depurar los 
parámetros de su modelo.

estimator=Estimator( 
    ... 
    disable_profiler=True 
    debugger_hook_config=False
)

Para obtener más información sobre los parámetros específicos del depurador, consulte el
estimador de SageMaker en el Amazon SageMaker Python SDK.

• Haga lo siguiente mientras se ejecuta un trabajo de entrenamiento.

Para deshabilitar tanto la supervisión como la creación de perfiles mientras se está ejecutando el 
trabajo de entrenamiento, utilice el siguiente classmethod del estimador:
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estimator.disable_profiling()

Para deshabilitar únicamente la creación de perfiles marco y mantener la monitorización del 
sistema, utilice el método update_profiler.

estimator.update_profiler(disable_framework_metrics=true)

Para obtener más información sobre los métodos de extensión del estimador, consulte los 
classmethods estimator.disable_profiling y estimator.update_profiler en la documentación del
Amazon SageMaker Python SDK.

Configurar las reglas integradas del creador de perfiles gestionadas por el depurador 
de Amazon SageMaker

Las reglas integradas del creador de perfiles del depurador de Amazon SageMaker analizan las 
métricas del sistema y las operaciones del marco recopiladas durante el entrenamiento de un 
modelo. El depurador ofrece la operación de la API ProfilerRule que ayuda a configurar las 
reglas para monitorizar las operaciones y los recursos informáticos de entrenamiento y detectar 
anomalías. Por ejemplo, las reglas de creación de perfiles pueden ayudarle a detectar si hay 
problemas computacionales, como cuellos de botella en la CPU, un tiempo de espera de E/S 
excesivo, una carga de trabajo desequilibrada entre los trabajadores de la GPU o la infrautilización 
de los recursos informáticos. Para ver una lista completa de las reglas integradas de creación de 
perfiles disponibles, consulte Lista de reglas integradas del generador de perfiles del depurador.

Note

Las reglas integradas vienen proporcionadas mediante los contenedores de procesamiento 
de Amazon SageMaker; por otro lado, el depurador de SageMaker las gestiona en su 
totalidad sin coste adicional. Para obtener más información acerca de la facturación, consulte 
la página Precios de Amazon SageMaker.

En los siguientes temas, aprenda a utilizar las reglas integradas del depurador.

Temas
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• Utilice las reglas integradas del creador de perfiles del depurador de SageMaker con sus ajustes 
de parámetros predeterminados

• Utilizar las reglas integradas del creador de perfiles del depurador con valores de parámetros 
personalizados

Utilice las reglas integradas del creador de perfiles del depurador de SageMaker con sus ajustes de 
parámetros predeterminados

Para añadir las reglas integradas del depurador de SageMaker a su estimador, debe configurar un 
objeto de la lista rules. El siguiente código de ejemplo muestra la estructura básica para enumerar 
las reglas integradas del depurador de SageMaker.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules=[ 
    ProfilerRule.sagemaker(rule_configs.BuiltInProfilerRuleName_1()), 
    ProfilerRule.sagemaker(rule_configs.BuiltInProfilerRuleName_2()), 
    ... 
    ProfilerRule.sagemaker(rule_configs.BuiltInProfilerRuleName_n()), 
    ... # You can also append more debugging rules in the 
 Rule.sagemaker(rule_configs.*()) format.
]

estimator=Estimator( 
    ... 
    rules=rules
)

Para obtener una lista completa de las reglas integradas disponibles, consulte Lista de reglas 
integradas del generador de perfiles del depurador.

Para utilizar las reglas de creación de perfiles e inspeccionar el rendimiento computacional y el 
progreso de su trabajo de entrenamiento, añada la regla ProfilerReport del depurador de 
SageMaker. Esta regla activa todas las reglas integradas en la familia ProfilerRule ProfilerRule 
del depurador. Además, esta regla genera un informe de creación de perfiles agregado. Para obtener 
más información, consulte Informe de creación de perfiles generado con el depurador de SageMaker. 
Puede utilizar el siguiente código para añadir la regla del informe de creación de perfiles a su 
estimador de entrenamiento.

from sagemaker.debugger import Rule, rule_configs
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rules=[ 
    ProfilerRule.sagemaker(rule_configs.ProfilerReport())
]

Al iniciar el trabajo de entrenamiento con la regla ProfilerReport, el depurador recopila los 
datos de utilización de los recursos cada 500 milisegundos. El depurador analiza la utilización 
de los recursos para identificar si su modelo tiene problemas de cuellos de botella. Si las reglas 
detectan anomalías en el entrenamiento, el estado de evaluación de la regla cambia a IssueFound. 
Puede configurar acciones automatizadas, como notificar problemas de entrenamiento y detener los 
trabajos de entrenamiento mediante Eventos de Amazon CloudWatch y AWS Lambda. Para obtener 
más información, consulte Acciones sobre las reglas en el depurador de Amazon SageMaker.

Utilizar las reglas integradas del creador de perfiles del depurador con valores de parámetros 
personalizados

Si desea ajustar los valores de los parámetros de las reglas integradas y personalizar la expresión 
regular de la colección de tensores, configure los parámetros base_config y rule_parameters
para los métodos de las clases ProfilerRule.sagemaker y Rule.sagemaker. En el caso de 
los métodos de la clase Rule.sagemaker, también puede personalizar las colecciones de tensores 
mediante el parámetro collections_to_save. Para obtener instrucciones sobre cómo usar 
la clase CollectionConfig, consulte Configurar las colecciones de tensores mediante la API
CollectionConfig.

Utilice la siguiente plantilla de configuración para que las reglas integradas personalicen los valores 
de los parámetros. Al cambiar los parámetros de la regla como desee, puede ajustar la sensibilidad 
de las reglas que vayan a iniciarse.

• El argumento base_config es desde donde se llaman a los métodos de reglas integrados.

• El argumento rule_parameters consiste en ajustar los valores clave predeterminados de las 
reglas integradas que se enumeran en Lista de reglas integradas del generador de perfiles del 
depurador.

Para obtener más información sobre la clase de reglas, los métodos y los parámetros del depurador, 
consulte la clase de reglas del depurador de SageMaker en el Amazon SageMaker Python SDK.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs, CollectionConfig

rules=[ 
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    ProfilerRule.sagemaker( 
        base_config=rule_configs.BuiltInProfilerRuleName(), 
        rule_parameters={ 
                "key": "value" 
        } 
    )
]

Las descripciones de los parámetros y los ejemplos de personalización de valores vienen 
proporcionados para cada regla en Lista de reglas integradas del generador de perfiles del 
depurador.

Para obtener una configuración JSON de bajo nivel de las reglas integradas del depurador mediante 
la API CreateTrainingJob, consulte Configuración del depurador mediante la API de Amazon 
SageMaker.

Lista de reglas integradas del generador de perfiles del depurador

Utilice las reglas integradas del generador de perfiles del depurador que proporciona el depurador 
de Amazon SageMaker y analice las métricas recopiladas durante el entrenamiento de sus modelos. 
Estas reglas supervisan diversas condiciones comunes que son fundamentales para realizar un 
trabajo de entrenamiento correctamente. Puede invocar las reglas integradas del generador de 
perfiles mediante Amazon SageMaker Python SDK o las operaciones de la API de SageMaker 
de bajo nivel. El uso de reglas integradas no conlleva ningún coste adicional. Para obtener más 
información acerca de la facturación, consulte la página Precios de Amazon SageMaker.

Note

Como máximo, puede asociar 20 reglas integradas del generador de perfiles a un trabajo de 
entrenamiento. El depurador de SageMaker gestiona completamente las reglas integradas y 
analiza su trabajo de entrenamiento de forma sincrónica.

Important

Para utilizar las nuevas características del depurador, debe actualizar el SageMaker Python 
SDK y la biblioteca cliente SMDebug. En su kernel de iPython, cuaderno de Jupyter o 
entorno de JupyterLab, ejecute el siguiente código para instalar las últimas versiones de las 
bibliotecas y reiniciar el kernel.
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import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
IPython.Application.instance().kernel.do_shutdown(True)

Reglas del generador de perfiles

Las siguientes reglas son las reglas integradas del depurador que pueden invocarse con el 
classmethod ProfilerRule.sagemaker.

Regla integrada del depurador para crear el informe de generación de perfiles

Ámbito de validez Reglas integradas

Informe de generación de perfiles para 
cualquier trabajo de entrenamiento de 
SageMaker

• ProfilerReport

Reglas integradas del depurador para perfilar la utilización de los recursos del sistema de hardware 
(métricas del sistema)

Ámbito de validez Reglas integradas

Reglas genéricas de supervisión del sistema 
para cualquier trabajo de entrenamiento de 
SageMaker

• BatchSize

• CPUBottleneck

• GPUMemoryIncrease

• IOBottleneck

• LoadBalancing

• LowGPUUtilization

• OverallSystemUsage
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Reglas integradas del depurador para las métricas del marco de generación de perfiles

Ámbito de validez Reglas integradas

Reglas de generación de perfiles para marcos 
de aprendizaje profundo (TensorFlow y 
PyTorch)

• MaxInitializationTime

• OverallFrameworkMetrics

• StepOutlier

Warning

A favor del generador de perfiles de Amazon SageMaker el depurador de SageMaker 
desaprueba la función de creación de perfiles del marco a partir de TensorFlow 2.11 y 
PyTorch 2.0. Puede seguir utilizando la función en las versiones anteriores de los marcos y 
los SDK de la siguiente manera.

• SageMaker Python SDK <= v2.130.0

• PyTorch >= v1.6.0, < v2.0

• TensorFlow >= v2.3.1, < v2.11

Véase también 16 de marzo de 2023.

Para usar las reglas integradas con los valores de los parámetros predeterminados, utilice el 
siguiente formato de configuración:

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules = [ 
    ProfilerRule.sagemaker(rule_configs.BuiltInRuleName_1()), 
    ProfilerRule.sagemaker(rule_configs.BuiltInRuleName_2()), 
    ... 
    ProfilerRule.sagemaker(rule_configs.BuiltInRuleName_n())
]

Para usar las reglas integradas con la personalización de los valores de los parámetros, utilice el 
siguiente formato de configuración:
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from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules = [ 
    ProfilerRule.sagemaker( 
        base_config=rule_configs.BuiltInRuleName(), 
        rule_parameters={ 
                "key": "value" 
        } 
    )
]

Para encontrar las claves disponibles del parámetro rule_parameters, consulte las tablas de 
descripción de los parámetros.

Se proporcionan ejemplos de códigos de configuración de reglas para cada regla integrada a 
continuación de las tablas de descripción de parámetros.

• Para obtener instrucciones completas y ejemplos del uso de las reglas integradas del depurador, 
consulte Código de ejemplo de reglas integradas del depurador.

• Para obtener instrucciones completas sobre el uso de las reglas integradas con las operaciones 
de la API de SageMaker de bajo nivel, consulte Configuración del depurador mediante la API de 
Amazon SageMaker.

ProfilerReport

La regla ProfilerReport invoca todas las reglas integradas de supervisión y generación de perfiles. 
Crea un informe de generación de perfiles y se actualiza cuando se activan las reglas individuales. 
Puede descargar un informe completo de generación de perfiles mientras se está realizando 
un trabajo de entrenamiento o una vez finalizado el trabajo de entrenamiento. Puede ajustar los 
valores de los parámetros de la regla para personalizar la sensibilidad de las reglas integradas de 
supervisión y generación de perfiles. El siguiente código de ejemplo muestra el formato básico para 
ajustar los parámetros de la regla integrada mediante la regla ProfilerReport.

rules=[ 
    ProfilerRule.sagemaker( 
        rule_configs.ProfilerReport( 
             <BuiltInRuleName>_<parameter_name> = value
        ) 
    )   
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]

Si activa esta regla de ProfilerReport sin ningún parámetro personalizado, como se muestra en 
el siguiente código de ejemplo, la regla ProfilerReport activará todas las reglas integradas de 
supervisión y generación de perfiles con sus valores de parámetros predeterminados.

rules=[ProfilerRule.sagemaker(rule_configs.ProfilerReport())]

El siguiente código de ejemplo muestra cómo especificar y ajustar el parámetro cpu_threshold de 
la regla CPUBottleneck y el parámetro threshold de la regla IOBottleneck.

rules=[ 
    ProfilerRule.sagemaker( 
        rule_configs.ProfilerReport( 
             CPUBottleneck_cpu_threshold = 90, 
             IOBottleneck_threshold = 90
        ) 
    )   
]

Para ver lo que contiene el informe del generador de perfiles, consulte el informe de generación 
de perfiles del depurador de SageMaker. Además, dado que esta regla activa todas las reglas de 
generación de perfiles, también puede comprobar el estado del análisis de las reglas mediante la
interfaz de usuario del depurador de SageMaker en los experimentos de SageMaker Studio.

Descripciones de parámetros para la regla OverallSystemUsage

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string
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Nombre del parámetro Descripción

<BuiltInRuleName>_<paramete 
r_name>

Parámetro personalizable para ajustar los 
umbrales de otras reglas integradas de 
supervisión y generación de perfiles.

Opcional

Valor predeterminado: None

BatchSize

La regla BatchSize ayuda a detectar si la GPU está siendo infrautilizada debido a un tamaño de lote 
pequeño. Para detectar este problema, esta regla supervisa el uso promedio de la CPU, el uso de 
la GPU y el uso de la memoria de la GPU. Si de media, el uso de la CPU, la GPU y la memoria de 
la GPU es bajo, esto puede indicar que el trabajo de entrenamiento puede ejecutarse en un tipo de 
instancia más pequeño o con un tamaño de lote mayor. Este análisis no funciona para marcos que 
asignan mucha más memoria. Sin embargo, aumentar el tamaño del lote puede provocar cuellos de 
botella en el procesamiento o la carga de datos, ya que se requiere más tiempo de preprocesamiento 
de los datos en cada iteración.

Descripciones de parámetros para la regla BatchSize

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

cpu_threshold_p95 Define el umbral del 95.º cuantil de utilización 
de la CPU en porcentaje.

Opcional
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Nombre del parámetro Descripción

Valores válidos: número entero

Valor predeterminado: 70 (en porcentaje)

gpu_threshold_p95 Define el umbral del 95.º cuantil de utilización 
de la CPU en porcentaje.

Opcional

Valores válidos: número entero

Valor predeterminado: 70 (en porcentaje)

gpu_memory_threshold_p95 Define el umbral del 95.º cuantil de utilización 
de la CPU en porcentaje.

Opcional

Valores válidos: número entero

Valores predeterminados: 70 (en porcentaje)

patience Define el número de puntos de datos que 
se van a omitir hasta que la regla inicie la 
evaluación. Los primeros pasos de los trabajos 
de entrenamiento suelen mostrar un gran 
volumen de procesos de datos, así que tenga 
paciencia con la regla y evite que se invoque 
demasiado pronto con un número determina 
do de datos de generación de perfiles que 
especifique con este parámetro.

Opcional

Valores válidos: número entero

Valores predeterminados: 100
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Nombre del parámetro Descripción

window Tamaño de ventana para calcular cuantiles.

Opcional

Valores válidos: número entero

Valores predeterminados: 500

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

CPUBottleneck

La regla CPUBottleneck ayuda a detectar si la GPU está siendo infrautilizada debido a los cuellos 
de botella de la CPU. La regla devuelve el valor True si el número de cuellos de botella de la CPU 
supera un umbral predefinido.

Descripciones de los parámetros de la regla CPUBottleneck

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string
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Nombre del parámetro Descripción

threshold Define el umbral de proporción del tiempo de 
trabajo con cuellos de botella con respecto al 
tiempo total de entrenamiento. Si la proporció 
n supera el porcentaje especificado en el 
parámetro de umbral, la regla cambia el estado 
de la regla a True.

Opcional

Valores válidos: número entero

Valor predeterminado: 50 (en porcentaje)

gpu_threshold Un umbral que define un uso bajo de la GPU.

Opcional

Valores válidos: número entero

Valor predeterminado: 10 (en porcentaje)

cpu_threshold Un umbral que define un uso elevado de la 
CPU.

Opcional

Valores válidos: número entero

Valores predeterminados: 90 (en porcentaje)
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Nombre del parámetro Descripción

patience Define el número de puntos de datos que 
se van a omitir hasta que la regla inicie la 
evaluación. Los primeros pasos de los trabajos 
de entrenamiento suelen mostrar un gran 
volumen de procesos de datos, así que tenga 
paciencia con la regla y evite que se invoque 
demasiado pronto con un número determina 
do de datos de generación de perfiles que 
especifique con este parámetro.

Opcional

Valores válidos: número entero

Valores predeterminados: 100

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

GPUMemoryIncrease

La regla GPUMemoryIncrease ayuda a detectar un gran aumento en el uso de memoria en las GPU.

Descripciones de los parámetros de la regla GPUMemoryIncrease

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
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Nombre del parámetro Descripción

parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

increase Define el umbral para el aumento absoluto de 
la memoria.

Opcional

Valores válidos: número entero

Valor predeterminado: 10 (en porcentaje)

patience Define el número de puntos de datos que 
se van a omitir hasta que la regla inicie la 
evaluación. Los primeros pasos de los trabajos 
de entrenamiento suelen mostrar un gran 
volumen de procesos de datos, así que tenga 
paciencia con la regla y evite que se invoque 
demasiado pronto con un número determina 
do de datos de generación de perfiles que 
especifique con este parámetro.

Opcional

Valores válidos: número entero

Valores predeterminados: 100

window Tamaño de ventana para calcular cuantiles.

Opcional

Valores válidos: número entero

Valores predeterminados: 500
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Nombre del parámetro Descripción

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

IOBottleneck

Esta regla ayuda a detectar si la GPU está siendo infrautilizada debido a cuellos de botella de E/S 
de datos. La regla devuelve el valor True si el número de cuellos de botella de E/S supera un umbral 
predefinido.

Descripciones de los parámetros de la regla IOBottleneck

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

threshold Define el umbral para que la regla devuelva 
True.

Opcional

Valores válidos: número entero

Valor predeterminado: 50 (en porcentaje)
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Nombre del parámetro Descripción

gpu_threshold Un umbral que define cuándo se considera que 
la GPU está siendo infrautilizada.

Opcional

Valores válidos: número entero

Valor predeterminado: 70 (en porcentaje)

io_threshold Un umbral que define un tiempo de espera de 
E/S elevado.

Opcional

Valores válidos: número entero

Valores predeterminados: 50 (en porcentaje)

patience Define el número de puntos de datos que 
se van a omitir hasta que la regla inicie la 
evaluación. Los primeros pasos de los trabajos 
de entrenamiento suelen mostrar un gran 
volumen de procesos de datos, así que tenga 
paciencia con la regla y evite que se invoque 
demasiado pronto con un número determina 
do de datos de generación de perfiles que 
especifique con este parámetro.

Opcional

Valores válidos: número entero

Valores predeterminados: 1000
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Nombre del parámetro Descripción

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

LoadBalancers

La regla LoadBalancing ayuda a detectar problemas en el balanceo de la carga de trabajo entre 
varias GPU.

Descripciones de los parámetros de la regla LoadBalancing

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

threshold Define el porcentaje de carga de trabajo.

Opcional

Valores válidos: número entero

Valor predeterminado: 0.5 (proporción sin 
unidades)
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Nombre del parámetro Descripción

patience Define el número de puntos de datos que 
se van a omitir hasta que la regla inicie la 
evaluación. Los primeros pasos de los trabajos 
de entrenamiento suelen mostrar un gran 
volumen de procesos de datos, así que tenga 
paciencia con la regla y evite que se invoque 
demasiado pronto con un número determina 
do de datos de generación de perfiles que 
especifique con este parámetro.

Opcional

Valores válidos: número entero

Valores predeterminados: 10

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

LowGPUUtilization

La regla LowGPUUtilization ayuda a detectar si el uso de la GPU es bajo o sufre fluctuaciones. Esto 
se comprueba para cada GPU de cada trabajador. La regla devuelve el valor True si el 95.º cuantil 
está por debajo del umbral_p95, lo que indica una infrautilización. La regla vuelve a ser verdadera si 
el 95.º cuantil está por encima del umbral_p95 y el 5.º cuantil está por debajo del umbral_p5, lo que 
indica fluctuaciones.

Supervise el uso de los recursos AWS informáticos en SageMaker Studio Classic 3662



Amazon SageMaker Guía para desarrolladores

Descripciones de los parámetros de la regla de bajo uso de la GPU

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

threshold_p95 Un umbral para el 95.º cuantil por debajo del 
cual se considera que la GPU está siendo 
infrautilizada.

Opcional

Valores válidos: número entero

Valor predeterminado: 70 (en porcentaje)

threshold_p5 Un umbral para el 5.º cuantil. El valor 
predeterminado es del 10 por ciento.

Opcional

Valores válidos: número entero

Valores predeterminados: 10 (en porcentaje)

patience Define el número de puntos de datos que 
se van a omitir hasta que la regla inicie la 
evaluación. Los primeros pasos de los trabajos 
de entrenamiento suelen mostrar un gran 
volumen de procesos de datos, así que tenga 
paciencia con la regla y evite que se invoque 
demasiado pronto con un número determina 
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Nombre del parámetro Descripción

do de datos de generación de perfiles que 
especifique con este parámetro.

Opcional

Valores válidos: número entero

Valores predeterminados: 1000

window Tamaño de ventana para calcular cuantiles.

Opcional

Valores válidos: número entero

Valores predeterminados: 500

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

OverallSystemUsage

La regla OverallSystemUsage mide el uso general del sistema por nodo de trabajo. Actualmente, la 
regla solo agrega valores por nodo y calcula sus percentiles.

Descripciones de parámetros para la regla OverallSystemUsage

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
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Nombre del parámetro Descripción

parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

MaxInitializationTime

La regla MaxInitializationTime ayuda a detectar si la inicialización del entrenamiento está tardando 
demasiado. La regla espera hasta que el primer paso esté disponible.

Descripciones de los parámetros de la regla MaxInitializationTime

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

threshold Define el umbral en minutos para esperar a que 
el primer paso esté disponible.
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Nombre del parámetro Descripción

Opcional

Valores válidos: número entero

Valor predeterminado: 20 (en minutos)

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

OverallFrameworkMetrics

La regla OverallFrameworkMetrics resume el tiempo dedicado a las métricas del marco, como el 
paso hacia adelante y hacia atrás y la carga de datos.

Descripciones de parámetros para la regla OverallFrameworkMetrics

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional
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Nombre del parámetro Descripción

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

StepOutlier

La regla StepOutlier ayuda a detectar valores atípicos en la duración de los pasos. Esta regla 
devuelve True si hay valores atípicos con duraciones de paso superiores a los sigmas stddev de 
todas las duraciones de paso en un intervalo de tiempo.

Descripciones de parámetros para la regla StepOutlier

Nombre del parámetro Descripción

base_trial El nombre del trabajo de entrenamiento 
de prueba base. El depurador de Amazon 
SageMaker establece automáticamente este 
parámetro en el trabajo de entrenamiento 
actual.

Obligatorio

Valores válidos: string

stddev Define un factor por el que se multiplica la 
desviación estándar. Por ejemplo, la regla se 
invoca de forma predeterminada cuando la 
duración de un paso es superior o inferior a 5 
veces la desviación estándar.

Opcional

Valores válidos: número entero

Valor predeterminado: 5 (en minutos)
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Nombre del parámetro Descripción

mode Modo en el que se han guardado los pasos y 
en el que debe ejecutarse la regla. Por defecto, 
la regla se ejecutará en los pasos de las fases 
EVAL y TRAIN

Opcional

Valores válidos: número entero

Valor predeterminado: 5 (en minutos)

n_outliers ¿Cuántos valores atípicos se deben ignorar 
antes de que la regla devuelva el valor True?

Opcional

Valores válidos: número entero

Valor predeterminado: 10

scan_interval_us Intervalo de tiempo durante el que se escanean 
los archivos de cronología.

Opcional

Valores válidos: número entero

Valores predeterminados: 60000000 (en 
microsegundos)

Interfaz de usuario de Amazon SageMaker Debugger en Amazon SageMaker Studio 
Classic Experiments

Utilice el panel Amazon SageMaker Debugger Insights de Amazon SageMaker Studio Classic 
Experiments para analizar el rendimiento del modelo y los cuellos de botella del sistema mientras 
ejecuta tareas de formación en instancias de Amazon Elastic Compute Cloud (Amazon EC2). 
Reciba información sobre sus trabajos de entrenamiento y mejore el rendimiento y la precisión del 
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entrenamiento de modelos con los paneles del depurador. De forma predeterminada, el depurador 
monitoriza las métricas del sistema (CPU, GPU, memoria de la GPU, red y E/S de datos) cada 500 
milisegundos y los tensores de salida básicos (pérdida y precisión) cada 500 iteraciones para los 
trabajos de entrenamiento. También puede personalizar aún más los valores de los parámetros 
de configuración del Debugger y ajustar los intervalos de almacenamiento mediante la interfaz de 
usuario de Studio Classic o mediante el SDK de Amazon SageMaker Python.

Important

Si utilizas una aplicación de Studio Classic existente, elimínala y reiníciala para usar las 
funciones más recientes de Studio Classic. Para obtener instrucciones sobre cómo reiniciar 
y actualizar el entorno de Studio Classic, consulte Actualizar Amazon SageMaker Studio 
Classic.

Temas

• Abra el panel de Amazon SageMaker Debugger Insights

• Controlador de panel de Amazon SageMaker Debugger Insights

• Explore el panel de Amazon SageMaker Debugger Insights

• Cierre la instancia de Amazon SageMaker Debugger Insights

Abra el panel de Amazon SageMaker Debugger Insights

En el panel SageMaker Debugger Insights de Studio Classic, puede ver la información sobre la 
utilización de los recursos informáticos, la utilización de los recursos y los cuellos de botella del 
sistema de su trabajo de formación que se ejecuta en instancias de Amazon EC2 en tiempo real y 
después de las capacitaciones

Note

El panel de SageMaker Debugger Insights ejecuta una aplicación de Studio Classic en una
ml.m5.4xlarge instancia para procesar y renderizar las visualizaciones. Cada pestaña de 
SageMaker Debugger Insights ejecuta una sesión de kernel de Studio Classic. Se ejecutan 
varias sesiones de kernel para varias pestañas de SageMaker Debugger Insights en una 
sola instancia. Al cerrar una pestaña de SageMaker Debugger Insights, también se cierra la 
sesión del núcleo correspondiente. La aplicación Studio Classic permanece activa y acumula 
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cargos por el uso de la ml.m5.4xlarge instancia. Para obtener información sobre los 
precios, consulta la página de  SageMaker precios de Amazon.

Important

Cuando termine de utilizar el panel de SageMaker Debugger Insights, debe cerrar la
ml.m5.4xlarge instancia para evitar acumular cargos. Para obtener instrucciones sobre 
cómo conectarse a una instancia, consulte Cierre la instancia de Amazon SageMaker 
Debugger Insights.

Para abrir el panel de Debugger Insights SageMaker

1. En la página de inicio de Studio Classic, elija Experimentos en el panel de navegación izquierdo.

2. Busque su trabajo de entrenamiento en la página de Experimentos. Si su trabajo de 
entrenamiento está configurado con una ejecución de experimentos, la tarea debería aparecer 
en la pestaña Experimentos; si no configuraste una ejecución de experimentos, la tarea debería 
aparecer en la pestaña Ejecuciones no asignadas.

3. Seleccione (clic) en el enlace del nombre del trabajo de entrenamiento para ver los detalles del 
trabajo.

4. En el menú DESCRIPCIÓN GENERAL, seleccione Depurador. Esto debería mostrar las dos 
secciones siguientes.

• En la sección de Reglas del depurador, puede consultar el estado de las reglas integradas del 
depurador asociadas al trabajo de entrenamiento.

• En la sección de información sobre Debugger, encontrará enlaces para abrir SageMaker 
Debugger Insights en el panel de control.

5. En la sección SageMaker Debugger Insights, elija el enlace del nombre del trabajo de formación 
para abrir el panel de SageMaker Debugger Insights. Se abrirá una ventana de depuración 
[] your-training-job-name. En esta ventana, el depurador proporciona una visión general del 
rendimiento informático de su trabajo de entrenamiento en instancias de Amazon EC2 y le ayuda 
a identificar problemas en la utilización de los recursos informáticos.

También puede descargar un informe de creación de perfiles agregado añadiendo la
ProfilerReportregla integrada de SageMaker Debugger. Para obtener más información, consulte
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Configurar las reglas del generador de perfiles integrado y el informe de creación de perfiles 
generado mediante el depurador. SageMaker

Controlador de panel de Amazon SageMaker Debugger Insights

Existen diferentes componentes del controlador del depurador para la monitorización y la creación de 
perfiles. En esta guía, obtendrá información sobre los componentes del controlador del depurador.

Note

El panel de SageMaker Debugger Insights ejecuta una aplicación Studio Classic en una
ml.m5.4xlarge instancia para procesar y renderizar las visualizaciones. Cada pestaña de 
SageMaker Debugger Insights ejecuta una sesión de kernel de Studio Classic. Se ejecutan 
varias sesiones de kernel para varias pestañas de SageMaker Debugger Insights en una 
sola instancia. Al cerrar una pestaña de SageMaker Debugger Insights, también se cierra la 
sesión del núcleo correspondiente. La aplicación Studio Classic permanece activa y acumula 
cargos por el uso de la ml.m5.4xlarge instancia. Para obtener información sobre los 
precios, consulta la página de  SageMaker precios de Amazon.

Important

Cuando termine de utilizar el panel de SageMaker Debugger Insights, cierre la
ml.m5.4xlarge instancia para evitar acumular cargos. Para obtener instrucciones sobre 
cómo conectarse a una instancia, consulte Cierre la instancia de Amazon SageMaker 
Debugger Insights.

SageMaker Interfaz de usuario del controlador Debugger Insights

Con el controlador del depurador ubicado en la esquina superior izquierda del panel de información, 
puede actualizar el panel, configurar o actualizar los ajustes del depurador para monitorizar las 
métricas del sistema, detener un trabajo de entrenamiento y descargar un informe de creación de 
perfiles del depurador.
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• Si desea actualizar el cuadro de mandos manualmente, pulse el botón de actualización (la flecha 
redonda situada en la esquina superior izquierda), tal y como se muestra en la captura de pantalla 
anterior.

• El botón de control de monitoreo está activado de forma predeterminada para cualquier trabajo 
de SageMaker entrenamiento iniciado con el SDK de SageMaker Python. Si no está activado, 
puede utilizar el botón de conmutación para iniciar la monitorización. Durante la monitorización, 
el depurador solo recopila métricas de utilización de los recursos para detectar problemas 
computacionales, como los cuellos de botella de la CPU y la infrautilización de la GPU. Para 
obtener una lista completa de los problemas de utilización de recursos que el depurador supervisa, 
consulte Reglas integradas del depurador para perfilar la utilización de los recursos del sistema de 
hardware (métricas del sistema).

• El botón Configurar monitorización abre una ventana emergente que puede utilizar para configurar 
o actualizar la frecuencia de recopilación de datos y la ruta S3 para guardar los datos.
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Puede especificar los valores de los siguientes campos.

• URI del bucket S3: especifique el URI del bucket S3 base.

• Recopile los datos de monitorización cada : seleccione un intervalo de tiempo para recopilar 
las métricas del sistema. Puede elegir uno de los intervalos de monitorización de la lista 
desplegable. Los intervalos disponibles son 100 milisegundos, 200 milisegundos, 500 
milisegundos (predeterminado), 1 segundo, 5 segundos y 1 minuto.

Note

Si elige uno de los intervalos de tiempo más bajos, aumentará la granularidad de las 
métricas de utilización de los recursos, de modo que podrá capturar los picos y las 
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anomalías con una resolución temporal más alta. Sin embargo, cuanto mayor sea la 
resolución, mayor será el tamaño de las métricas del sistema que vayan a procesarse. 
Esto podría suponer una sobrecarga adicional y afectar al tiempo total de entrenamiento 
y procesamiento.

• Con el botón Detener el entrenamiento, podrá detener el trabajo de entrenamiento cuando detecte 
anomalías en la utilización de los recursos.

• Con el botón Descargar informe, puede descargar un informe de creación de perfiles agregado 
utilizando la ProfilerReportregla integrada de SageMaker Debugger. El botón se activa al añadir la
ProfilerReportregla integrada al estimador. Para obtener más información, consulte Configurar las 
reglas del generador de perfiles integrado y el informe de creación de perfiles generado mediante 
el depurador. SageMaker

Explore el panel de Amazon SageMaker Debugger Insights

Al iniciar un trabajo de SageMaker formación, SageMaker Debugger comienza a monitorizar la 
utilización de los recursos de las instancias de Amazon EC2 de forma predeterminada. Puede 
realizar un seguimiento de las tasas de utilización del sistema, la descripción general de las 
estadísticas y el análisis de reglas integrado a través del panel de Información. Esta guía explica el 
contenido del panel de control de SageMaker Debugger Insights en las siguientes pestañas: Métricas 
y reglas del sistema.

Note

El panel de SageMaker Debugger Insights ejecuta una aplicación de Studio Classic en una
ml.m5.4xlarge instancia para procesar y renderizar las visualizaciones. Cada pestaña de 
SageMaker Debugger Insights ejecuta una sesión de kernel de Studio Classic. Se ejecutan 
varias sesiones de kernel para varias pestañas de SageMaker Debugger Insights en una 
sola instancia. Al cerrar una pestaña de SageMaker Debugger Insights, también se cierra la 
sesión del núcleo correspondiente. La aplicación Studio Classic permanece activa y acumula 
cargos por el uso de la ml.m5.4xlarge instancia. Para obtener información sobre los 
precios, consulta la página de  SageMaker precios de Amazon.
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Important

Cuando termine de utilizar el panel de SageMaker Debugger Insights, cierre la
ml.m5.4xlarge instancia para evitar acumular cargos. Para obtener instrucciones sobre 
cómo conectarse a una instancia, consulte Cierre la instancia de Amazon SageMaker 
Debugger Insights.

Important

En los informes, los gráficos y las recomendaciones se proporcionan con fines informativos y 
no son definitivos. Es responsabilidad suya realizar su propia evaluación independiente de la 
información.

Temas

• Métricas del sistema

• Reglas

Métricas del sistema

En la pestaña Métricas del sistema, puede utilizar la tabla de resumen y los gráficos de series 
temporales para comprender la utilización de los recursos.

Resumen de utilización de recursos

En esta tabla resumida se muestran las estadísticas de las métricas de utilización de los recursos 
informáticos de todos los nodos (denominadas algo-n). Las métricas de utilización de recursos 
incluyen la utilización total de la CPU, la utilización total de la GPU, la utilización total de la memoria 
de la CPU, la utilización total de la memoria de la GPU, el tiempo total de espera de E/S y la red total 
en bytes. La tabla muestra los valores mínimo y máximo, así como los percentiles p99, p90 y p50.
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Gráficos de series temporales de utilización de los recursos

Utilice los gráficos de series temporales para ver más detalles sobre la utilización de los recursos 
e identificar en qué intervalo de tiempo muestra cada instancia una tasa de utilización no deseada, 
como el bajo uso de la GPU y los cuellos de botella de la CPU que pueden provocar el desperdicio 
de la costosa instancia.

La interfaz de usuario del controlador de gráficos de series temporales

La siguiente captura de pantalla muestra el controlador de interfaz de usuario para ajustar los 
gráficos de series temporales.

• algo-1: utilice este menú desplegable para elegir el nodo que desee examinar.
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• Ampliar: utilice este botón para ampliar los gráficos de series temporales y ver intervalos de tiempo 
más cortos.

• Alejar: utilice este botón para alejar los gráficos de series temporales y ver intervalos de tiempo 
más amplios.

• Desplazar hacia la izquierda: mueve los gráficos de series temporales a un intervalo de tiempo 
anterior.

• Desplazamiento panorámico a la derecha: mueve los gráficos de series temporales a un intervalo 
de tiempo posterior.

• Fijar marco temporal: utilice esta casilla de verificación para fijar o recuperar los gráficos de series 
temporales y mostrar la vista completa desde el primer punto de datos hasta el último punto de 
datos.

Utilización de la CPU y tiempo de espera de E/S

Los dos primeros gráficos muestran el uso de la CPU y el tiempo de espera de E/S a lo largo del 
tiempo. De forma predeterminada, los gráficos muestran el promedio de la tasa de utilización de 
la CPU y el tiempo de espera de E/S empleado en los núcleos de la CPU. Puede seleccionar uno 
o más núcleos de CPU seleccionando las etiquetas para graficarlos en un solo gráfico y comparar 
la utilización entre los núcleos. Puede arrastrar y acercar y alejar la imagen para ver más de cerca 
intervalos de tiempo específicos.
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Utilización de la GPU y utilización de la memoria de la GPU

Los siguientes gráficos muestran el uso de la GPU y la utilización de la memoria de la GPU a lo largo 
del tiempo. De forma predeterminada, los gráficos muestran la tasa de utilización media a lo largo 
del tiempo. Puede seleccionar las etiquetas de los núcleos de la GPU para ver la tasa de utilización 
de cada núcleo. Si se toma la media de la tasa de utilización sobre el número total de núcleos de la 
GPU, se muestra la utilización media de todo el recurso del sistema de hardware. Al observar la tasa 
de utilización media, puede comprobar el uso general de los recursos del sistema de una instancia 
de Amazon EC2. En la siguiente figura, se muestra un ejemplo de trabajo de entrenamiento en una 
instancia ml.p3.16xlarge con 8 núcleos de GPU. Puede supervisar si el trabajo de entrenamiento 
está bien distribuido y aprovechar al máximo todas las GPU.
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Utilización general del sistema a lo largo del tiempo

El siguiente mapa de calor muestra un ejemplo del uso total de una instancia ml.p3.16xlarge por 
parte del sistema a lo largo del tiempo, proyectado en el gráfico bidimensional. Todos los núcleos 
de la CPU y la GPU se muestran en el eje vertical y el uso se registra a lo largo del tiempo con una 
combinación de colores, en la que los colores brillantes representan un uso bajo y los colores más 
oscuros representan un uso elevado. Consulte la barra de colores etiquetada en el lado derecho del 
gráfico para averiguar qué nivel de color corresponde a qué tasa de utilización.
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Reglas

Utilice la pestaña Reglas para encontrar un resumen del análisis de las reglas de creación de perfiles 
en su trabajo de entrenamiento. Si la regla de creación de perfiles está activada con el trabajo de 
entrenamiento, el texto aparece resaltado con el texto blanco continuo. Las reglas inactivas aparecen 
atenuadas en texto gris. Para activar estas reglas, siga las instrucciones recogidas en the section 
called “Configurar las reglas integradas del creador de perfiles”.
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Cierre la instancia de Amazon SageMaker Debugger Insights

Cuando no utilice el panel de SageMaker Debugger Insights, debe cerrar la instancia de la aplicación 
para evitar incurrir en cargos adicionales.

Para cerrar la instancia de la aplicación SageMaker Debugger Insights en Studio Classic
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1. En Studio Classic, seleccione el icono Instancias y núcleos en ejecución

() .

2. En la lista APLICACIONES EN EJECUCIÓN, busque la aplicación sagemaker-debugger-1.0. 
Seleccione el icono de apagado 

( ) 
junto a la aplicación. Los paneles de SageMaker Debugger Insights se ejecutan en una instancia.
ml.m5.4xlarge Esta instancia también desaparece de las INSTANCIAS EN EJECUCIÓN al 
cerrar la aplicación sagemaker-debugger-1.0.

Informe interactivo del depurador de SageMaker

Reciba informes de creación de perfiles generados automáticamente por el depurador. El informe del 
depurador proporciona información sobre sus trabajos de entrenamiento y sugiere recomendaciones 
para mejorar el rendimiento de su modelo. La siguiente captura de pantalla muestra un collage del 
informe de creación de perfiles del depurador. Para obtener más información, consulte Informe de 
creación de perfiles del depurador de SageMaker.

Note

Puede descargar los informes de un depurador mientras se esté realizando su trabajo 
de entrenamiento o una vez finalizado el trabajo. Durante el entrenamiento, el depurador 
actualiza simultáneamente el informe para reflejar el estado de evaluación de las reglas 
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actuales. Puede descargar un informe completo del depurador solo después de que se haya 
completado el trabajo de entrenamiento.

Important

En los informes, los gráficos y las recomendaciones se proporcionan con fines informativos y 
no son definitivos. Es responsabilidad suya realizar su propia evaluación independiente de la 
información.

Informe de creación de perfiles del depurador de SageMaker

Para cualquier trabajo de entrenamiento de SageMaker, la regla ProfilerReport del depurador de 
SageMaker invoca todas las reglas de monitorización y creación de perfiles y agrega el análisis 
de las reglas en un informe completo. Siguiendo esta guía, descargue el informe con el Amazon 
SageMaker Python SDK o la consola de S3 y descubra qué puede interpretar a partir de los 
resultados de la creación de perfiles.
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Important

En el informe, los gráficos y las recomendaciones se proporcionan con fines informativos y 
no son definitivos. Es responsabilidad suya realizar su propia evaluación independiente de la 
información.

Descargue el informe de creación de perfiles del depurador de SageMaker

Descargue el informe de creación de perfiles del depurador de SageMaker mientras se ejecuta el 
trabajo de entrenamiento o después de que el trabajo haya terminado usando el Amazon SageMaker 
Python SDK y AWS Command Line Interface (CLI).

Note

Para obtener el informe de creación de perfiles generado por el depurador de SageMaker, 
debe utilizar la regla ProfilerReport integrada que ofrece el depurador de SageMaker. Para 
activar la regla con su trabajo de entrenamiento, consulte Configurar las reglas integradas del 
generador de perfiles.

Tip

También puede descargar el informe con un solo clic en el panel de información del 
depurador de SageMaker Studio. Esto no requiere ningún script adicional para descargar el 
informe. Para obtener información sobre cómo descargar el informe desde Studio, consulte
Abra el panel de Amazon SageMaker Debugger Insights.

Download using SageMaker Python SDK and AWS CLI

1. Compruebe el URI base de salida de S3 predeterminado del trabajo actual.

estimator.output_path

2. Compruebe el nombre del trabajo actual.

estimator.latest_training_job.job_name

Supervise el uso de los recursos AWS informáticos en SageMaker Studio Classic 3684

https://sagemaker.readthedocs.io
https://sagemaker.readthedocs.io
https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-built-in-rules.html#profiler-report
https://docs.aws.amazon.com/sagemaker/latest/dg/use-debugger-built-in-profiler-rules.html
https://docs.aws.amazon.com/sagemaker/latest/dg/use-debugger-built-in-profiler-rules.html


Amazon SageMaker Guía para desarrolladores

3. El informe de creación de perfiles del depurador se guarda en <default-s3-output-
base-uri>/<training-job-name>/rule-output. Configure la ruta de salida de reglas 
de la siguiente manera:

rule_output_path = estimator.output_path + 
 estimator.latest_training_job.job_name + "/rule-output"

4. Para comprobar si el informe se ha generado correctamente, enumere los directorios y 
archivos de forma recursiva en rule_output_path utilizando aws s3 ls con la opción --
recursive.

! aws s3 ls {rule_output_path} --recursive

Esto debería devolver una lista completa de los archivos de una carpeta generada 
automáticamente denominada ProfilerReport-1234567890. El nombre de la carpeta es 
una combinación de cadenas, ProfilerReport, y una etiqueta única de 10 dígitos basada 
en la marca de tiempo de Unix cuando la regla ProfilerReport se inicia.

El profiler-report.html es un informe de perfil autogenerado por el depurador. Los 
archivos restantes son los componentes integrados de análisis de reglas integradas en JSON 
y un cuaderno de Jupyter que se utilizan para agregarlos al informe.

5. Descargue los archivos de forma recursiva utilizando aws s3 cp. El siguiente 
comando guarda todos los archivos de salida de las reglas en la carpeta
ProfilerReport-1234567890 del directorio de trabajo actual.

! aws s3 cp {rule_output_path} ./ --recursive

Tip

Si utiliza un servidor del cuaderno de Jupyter, ejecute !pwd para comprobar el 
directorio de trabajo actual.
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6. En el directorio /ProfilerReport-1234567890/profiler-output, abra profiler-
report.html. Si utiliza JupyterLab, selecciona Confiar en HTML para ver el informe de 
creación de perfiles del depurador generado automáticamente.

7. Abra el archivo profiler-report.ipynb para ver cómo se genera el informe. También 
puede personalizar y ampliar el informe de creación de perfiles mediante el archivo de 
cuaderno de Jupyter.

Download using Amazon S3 Console

1. Inicie sesión en la AWS Management Console y abra la consola de Amazon S3 en https:// 
console.aws.amazon.com/s3/.

2. Busque el bucket base de S3. Por ejemplo, si no ha especificado ningún nombre de trabajo 
base, el nombre del bucket base de S3 debe tener el siguiente formato:sagemaker-
<region>-111122223333. Busque el bucket base de S3 en el campo Buscar bucket por 
nombre.

3. En el bucket base de S3, busque el nombre del trabajo de entrenamiento especificando el 
prefijo del nombre del trabajo en el campo de entrada Buscar objetos por prefijo. Seleccione 
el nombre del trabajo de entrenamiento.
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4. En el bucket de S3 del trabajo de entrenamiento, debe haber tres subcarpetas para los datos 
de entrenamiento recopilados por el depurador: debug-output/, profiler-output/ y rule-output/. 
Seleccione rule-output/.

5. En la carpeta rule-output/, seleccione ProfilerReport-1234567890 y, a continuación, 
seleccione la carpeta profiler-output/. La carpeta profiler-output/ contiene profiler-report.html
(el informe de creación de perfiles generado automáticamente en html), profiler-report.ipynb
(un cuaderno de Jupyter con scripts que se utilizan para generar el informe) y una carpeta
profiler-report/ (contiene archivos JSON de análisis de reglas que se utilizan como 
componentes del informe).

6. Seleccione el archivo profiler-report.html, seleccione Acciones y Descargar.
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7. Abra el archivo profiler-report.html descargado en un navegador web.

Note

Si empezó su trabajo de entrenamiento sin configurar los parámetros específicos del 
depurador, este generará el informe basándose únicamente en las reglas de supervisión 
del sistema, ya que los parámetros del depurador no están configurados para guardar 
las métricas del marco. Para habilitar la creación de perfiles de métricas del marco y 
recibir un informe de creación de perfiles del depurador ampliado, configure el parámetro
profiler_config al crear o actualizar los estimadores de SageMaker.
Para obtener información sobre cómo configurar el parámetro profiler_config antes de 
iniciar un trabajo de entrenamiento, consulte Configurar la creación de perfiles del marco.
Para actualizar el trabajo de entrenamiento actual y habilitar la creación de perfiles de 
métricas del marco, consulte Actualizar la configuración de perfiles del marco del depurador.

Guía del informe de creación de perfiles del depurador

Esta sección guía el informe de creación de perfiles del depurador sección por sección. El informe 
de creación de perfiles se genera en función de las reglas integradas de monitorización y creación 
de perfiles. El informe muestra gráficos de resultados solo para aquellas reglas que hayan detectado 
problemas.

Important

En el informe, los gráficos y las recomendaciones se proporcionan con fines informativos y 
no son definitivos. Es responsabilidad suya realizar su propia evaluación independiente de la 
información.

Temas

• Resumen del trabajo de entrenamiento

• Estadísticas de uso del sistema

• Resumen de métricas del marco

• Resumen de reglas

• Análisis del ciclo de entrenamiento: duración de los pasos
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• Análisis de utilización de la GPU

• BatchSize

• Cuellos de botella de la CPU

• Cuellos de botella de E/S

• Equilibrio de carga en el entrenamiento con varias GPU

• Análisis de memoria de GPU

Resumen del trabajo de entrenamiento

Al principio del informe, el depurador proporciona un resumen de su trabajo de entrenamiento. 
En esta sección, puede ver una descripción general de la duración y las marcas de tiempo en las 
diferentes fases del entrenamiento.

Esta tabla resumen recoge la siguiente información:

• start_time: hora exacta en la que comenzó el trabajo de entrenamiento.

• end_time:  hora exacta en la que finalizó el trabajo de entrenamiento.

• job_duration_in_seconds: el tiempo de entrenamiento total desde start_time hasta end_time.

• training_loop_start: hora exacta en la que comenzó el primer paso de la primera época.

• training_loop_end: hora exacta en la que finalizó el último paso de la última época.
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• training_loop_duration_in_seconds: tiempo total entre la hora de inicio del ciclo de entrenamiento y 
la hora de finalización del ciclo de entrenamiento.

• initialization_in_seconds: tiempo empleado en inicializar el trabajo de entrenamiento. La fase de 
inicialización cubre el período desde start_time hasta training_loop_start. El tiempo de inicialización 
se dedica a compilar el script de entrenamiento, iniciarlo, crear e inicializar el modelo, iniciar las 
instancias de EC2 y descargar los datos de entrenamiento.

• finalization_in_seconds: tiempo empleado en finalizar el trabajo de entrenamiento, por ejemplo, 
terminar el entrenamiento del modelo, actualizar los artefactos del modelo y cerrar las instancias 
de EC2. La fase de finalización cubre el período desde training_loop_end hasta end_time.

• inicialización (%): el porcentaje de tiemplo empleado en la inicialización sobre
job_duration_in_seconds total.

• ciclo de porcentaje (%): el porcentaje de tiempo empleado en el ciclo de entrenamiento sobre
job_duration_in_seconds en total.

• finalización (%): el porcentaje de tiempo empleado en la finalización sobre
job_duration_in_seconds en total.

Estadísticas de uso del sistema

Esta sección muestra una descripción general de las estadísticas de uso del sistema.
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El informe de uso de creación de perfiles del depurador incluye la siguiente información:

• nodo: muestra el nombre de los nodos. Si utiliza el entrenamiento distribuido en varios nodos 
(varias instancias de EC2), los nombres de los nodos tienen el formato dealgo-n.

• métrica: las métricas del sistema recopiladas por el depurador: CPU, GPU, memoria de CPU, 
memoria de GPU, E/S y métricas de red.

• unidad: la unidad de la métrica del sistema.

• max: el valor máximo de cada utilización del sistema.

• p99: el percentil 99 de cada utilización del sistema.

• p95: el percentil 95 de cada utilización del sistema.

• p50: el percentil 50 (mediana) de cada utilización del sistema.

• min: el valor mínimo de cada métrica del sistema.

Resumen de métricas del marco

En esta sección, los siguientes gráficos circulares muestran el desglose de las operaciones del 
marco en CPU y GPU.
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Cada uno de los gráficos circulares analiza las métricas del marco recopiladas en varios aspectos, de 
la siguiente manera:

• Relación entre las fases de ENTRENAMIENTO/EVALUACIÓN y otras: muestra la relación entre el 
tiempo dedicado a las diferentes fases de entrenamiento.

• Relación entre las pasadas hacia adelante y hacia atrás: muestra la relación entre el tiempo 
empleado en la pasada hacia adelante y hacia atrás en el ciclo de entrenamiento.

• Relación entre operadores de CPU/GPU: muestra la relación entre el tiempo dedicado a los 
operadores que utilizan la CPU o la GPU, como los operadores convolucionales.

• Métricas generales registradas en el marco: muestra la relación entre el tiempo dedicado a las 
principales métricas del marco, como la carga de datos y las pasadas hacia adelante y hacia atrás.
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Descripción general: operadores de CPU

Esta sección proporciona información detallada sobre los operadores de la CPU. La tabla muestra 
el porcentaje del tiempo y el tiempo acumulado absoluto dedicados a los operadores de CPU 
denominados con más frecuencia.

Descripción general: operadores de GPU

Esta sección proporciona información detallada sobre los operadores de GPU. La tabla muestra 
el porcentaje del tiempo y el tiempo acumulado absoluto dedicado a los operadores de GPU 
denominados con más frecuencia.

Resumen de reglas

En esta sección, el depurador agrega todos los resultados de la evaluación de las reglas, los análisis, 
las descripciones de las reglas y las sugerencias.
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Análisis del ciclo de entrenamiento: duración de los pasos

En esta sección, encontrará estadísticas detalladas de la duración de los pasos en cada núcleo de 
la GPU de cada nodo. El depurador evalúa los valores medios, máximos, p99, p95, p50 y mínimos 
de las duraciones de los pasos y evalúa los valores atípicos de los pasos. El siguiente histograma 
muestra las duraciones de los pasos capturadas en diferentes nodos de trabajo y GPU. Para activar 
o desactivar el histograma de cada trabajador, seleccione las leyendas de la parte derecha. Puede 
comprobar si hay alguna GPU en particular que esté provocando valores atípicos en la duración de 
los pasos.
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Análisis de utilización de la GPU

Esta sección muestra estadísticas detalladas sobre la utilización del núcleo de la GPU según la 
regla LowGPUUtilization. También resume las estadísticas de uso de la GPU (media, p95 y p5) para 
determinar si el trabajo de entrenamiento está infrautilizando las GPU.

BatchSize

Esta sección muestra las estadísticas detalladas del uso total de la CPU, las utilizaciones 
individuales de la GPU y el consumo de memoria de la GPU. La regla BatchSize determina si es 
necesario cambiar el tamaño del lote para utilizar mejor las GPU. Puede comprobar si el tamaño del 
lote es demasiado pequeño, lo que provoca una infrautilización o si es demasiado grande, lo que 
provoca problemas de sobreutilización y falta de memoria. En el gráfico, los recuadros muestran los 
rangos de percentiles p25 y p75 (rellenados de morado oscuro y amarillo brillante, respectivamente) 
desde la mediana (p50), y las barras de error muestran el percentil 5 para el límite inferior y el 
percentil 95 para el límite superior.
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Cuellos de botella de la CPU

En esta sección, puede analizar en detalle los cuellos de botella de la CPU que la regla 
CPUBottleneck haya detectado en su trabajo de entrenamiento. La regla comprueba si el uso de la 
CPU es superior a cpu_threshold (90 % de forma predeterminada) y también si el uso de la GPU 
es inferior a gpu_threshold (10 % de forma predeterminada).
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Los gráficos circulares muestran la siguiente información:

• Poco uso de la GPU causado por cuellos de botella de la CPU: muestra la relación de puntos de 
datos entre los que tienen una utilización de la GPU por encima y por debajo del umbral y los que 
coinciden con los criterios de cuello de botella de la CPU.

• Relación entre las fases de ENTRENAMIENTO/EVALUACIÓN y otras: muestra la relación entre el 
tiempo dedicado a las diferentes fases de entrenamiento.

• Relación entre las pasadas hacia adelante y hacia atrás: muestra la relación entre el tiempo 
empleado en la pasada hacia adelante y hacia atrás en el ciclo de entrenamiento.

• Relación entre los operadores de CPU/GPU: muestra la relación entre el tiempo que los 
operadores de Python dedican a las GPU y a las CPU, como los procesos de carga de datos y los 
operadores de pasada hacia adelante y hacia atrás.

• Métricas generales registradas en el marco: muestra las principales métricas del marco y la 
relación entre el tiempo dedicado a las métricas.

Cuellos de botella de E/S

En esta sección, encontrará un resumen de los cuellos de botella de E/S. La regla evalúa el tiempo 
de espera de E/S y las tasas de utilización de la GPU, y monitoriza si el tiempo dedicado a las 
solicitudes de E/S supera un porcentaje umbral del tiempo total de entrenamiento. Es posible 
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que indique cuellos de botella de E/S en los que las GPU esperan a que lleguen los datos del 
almacenamiento.

Equilibrio de carga en el entrenamiento con varias GPU

En esta sección, puede identificar los problemas de equilibrio de la carga de trabajo en las GPU.

Análisis de memoria de GPU

En esta sección, podrá analizar la utilización de la memoria de la GPU recopilada por la regla 
GPUMemoryIncrease. En el gráfico, los recuadros muestran los rangos de percentiles p25 y p75 
(rellenados de morado oscuro y amarillo brillante, respectivamente) desde la mediana (p50), y las 
barras de error muestran el percentil 5 para el límite inferior y el percentil 95 para el límite superior.
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Análisis de datos mediante la biblioteca cliente de Python del depurador

Mientras su trabajo de entrenamiento esté en ejecución o una vez finalizado, puede acceder a 
los datos de entrenamiento recopilados por Debugger mediante el SDK de Amazon SageMaker 
Python y la biblioteca cliente SMDebug. La biblioteca cliente de Python del depurador proporciona 
herramientas de análisis y visualización que le permiten profundizar en los datos de sus trabajos de 
entrenamiento.

Para instalar la biblioteca y utilizar sus herramientas de análisis (en un JupyterLab cuaderno o en un 
núcleo de iPython)

! pip install -U smdebug

En los siguientes temas, se explica cómo utilizar las herramientas de Python del depurador para 
visualizar y analizar los datos de entrenamiento recopilados por este.

Analizar las métricas del sistema y del marco

• Acceso a los datos del perfil

• Representación gráfica de los datos sobre las métricas del sistema y las métricas del marco

• Acceso a los datos de creación de perfiles con Pandas, una herramienta de análisis de datos

• Acceso a los datos de estadísticas de creación de perfiles de Python

• Fusión de cronogramas en múltiples archivos de seguimiento de perfiles

• Cargadores de datos de creación de perfiles
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Acceso a los datos del perfil

La clase TrainingJob de SMDebug lee los datos del bucket de S3 donde se guardan las métricas 
del sistema y del marco.

Para configurar un objeto TrainingJob y recuperar los archivos de eventos de creación de perfiles 
de un trabajo de entrenamiento

from smdebug.profiler.analysis.notebook_utils.training_job import TrainingJob
tj = TrainingJob(training_job_name, region)

Tip

Debe especificar los parámetros training_job_name y region para iniciar sesión en 
un trabajo de entrenamiento. Hay dos formas de especificar la información del trabajo de 
entrenamiento:

• Utilice el SDK de SageMaker Python mientras el estimador aún esté adjunto al trabajo de 
formación.

import sagemaker
training_job_name=estimator.latest_training_job.job_name
region=sagemaker.Session().boto_region_name

• Pasar las cadenas directamente.

training_job_name="your-training-job-name-YYYY-MM-DD-HH-MM-SS-SSS"
region="us-west-2"

Note

De forma predeterminada, SageMaker Debugger recopila las métricas del sistema para 
monitorear la utilización de los recursos de hardware y los cuellos de botella del sistema. 
Al ejecutar las siguientes funciones, es posible que reciba mensajes de error relacionados 
con la falta de disponibilidad de las métricas del marco. Para recuperar los datos de creación 
de perfiles del marco y obtener información sobre las operaciones de este, debe habilitar la 
creación de perfiles del marco.
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• Si utilizas el SDK de SageMaker Python para manipular tu solicitud de trabajo de 
formación, pasa el profiler_config argumento framework_profile_params al de 
tu estimador. Para obtener más información, consulte Configurar la creación de perfiles de 
SageMaker Debugger Framework.

• Si utiliza Studio Classic, active la creación de perfiles con el botón de selección de perfiles 
del panel de información sobre el depurador. Para obtener más información, consulte
SageMaker Debugger Insights Dashboard Controller.

Para recuperar una descripción del trabajo de entrenamiento y el URI del bucket de S3 en el que se 
guardan los datos de las métricas

tj.describe_training_job()
tj.get_config_and_profiler_s3_output_path()

Para comprobar si las métricas del sistema y del marco están disponibles en el URI de S3

tj.wait_for_sys_profiling_data_to_be_available()
tj.wait_for_framework_profiling_data_to_be_available()

Para crear objetos lectores del sistema y del marco cuando los datos de las métricas estén 
disponibles

system_metrics_reader = tj.get_systems_metrics_reader()
framework_metrics_reader = tj.get_framework_metrics_reader()

Para actualizar y recuperar los archivos de eventos de entrenamiento más recientes

Los objetos lectores tienen un método extendido (refresh_event_file_list()) para recuperar 
los archivos de eventos de entrenamiento más recientes.

system_metrics_reader.refresh_event_file_list()
framework_metrics_reader.refresh_event_file_list()

Representación gráfica de los datos sobre las métricas del sistema y las métricas del marco

Puede utilizar los objetos de métricas del sistema y del algoritmo de las siguientes clases de 
visualización para trazar histogramas y gráficos con línea de tiempo.
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Note

Para visualizar los datos con métricas reducidas en los siguientes métodos de representación 
gráfica de objetos de visualización, especifique los parámetros select_dimensions y
select_events. Por ejemplo, si especifica select_dimensions=["GPU"], los métodos 
de representación gráfica filtrarán las métricas que incluyan la palabra clave “GPU”. Si 
especifica select_events=["total"], los métodos de representación gráfica filtrarán 
las métricas que incluyan las etiquetas de eventos “totales” al final de los nombres de las 
métricas. Si habilita estos parámetros y proporciona las cadenas de palabras clave, las 
clases de visualización devuelven los gráficos con métricas filtradas.

• La clase MetricsHistogram

from smdebug.profiler.analysis.notebook_utils.metrics_histogram import 
 MetricsHistogram

metrics_histogram = MetricsHistogram(system_metrics_reader)
metrics_histogram.plot( 
    starttime=0,  
    endtime=system_metrics_reader.get_timestamp_of_latest_available_file(),  
    select_dimensions=["CPU", "GPU", "I/O"], # optional 
    select_events=["total"]                  # optional
)

• La clase StepTimelineChart

from smdebug.profiler.analysis.notebook_utils.step_timeline_chart import 
 StepTimelineChart

view_step_timeline_chart = StepTimelineChart(framework_metrics_reader)

• La clase StepHistogram

from smdebug.profiler.analysis.notebook_utils.step_histogram import StepHistogram

step_histogram = StepHistogram(framework_metrics_reader)
step_histogram.plot( 
    starttime=step_histogram.last_timestamp - 5 * 1000 * 1000,  
    endtime=step_histogram.last_timestamp,  
    show_workers=True
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)

• La clase TimelineCharts

from smdebug.profiler.analysis.notebook_utils.timeline_charts import TimelineCharts

view_timeline_charts = TimelineCharts( 
    system_metrics_reader,  
    framework_metrics_reader, 
    select_dimensions=["CPU", "GPU", "I/O"], # optional 
    select_events=["total"]                  # optional  
)

view_timeline_charts.plot_detailed_profiler_data([700,710]) 

• La clase Heatmap

from smdebug.profiler.analysis.notebook_utils.heatmap import Heatmap

view_heatmap = Heatmap( 
    system_metrics_reader, 
    framework_metrics_reader, 
    select_dimensions=["CPU", "GPU", "I/O"], # optional 
    select_events=["total"],                 # optional 
    plot_height=450
)

Acceso a los datos de creación de perfiles con Pandas, una herramienta de análisis de datos

La siguiente clase PandasFrame proporciona herramientas para convertir los datos de creación de 
perfiles recopilados al marco de datos de Pandas.

from smdebug.profiler.analysis.utils.profiler_data_to_pandas import PandasFrame

La clase PandasFrame toma la ruta de salida del bucket S3 del objeto tj, y sus métodos
get_all_system_metrics() y get_all_framework_metrics() devuelven las métricas del 
sistema y las métricas del marco en el formato de datos de Pandas.

pf = PandasFrame(tj.profiler_s3_output_path)
system_metrics_df = pf.get_all_system_metrics()
framework_metrics_df = pf.get_all_framework_metrics( 
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    selected_framework_metrics=[ 
        'Step:ModeKeys.TRAIN',  
        'Step:ModeKeys.GLOBAL' 
    ]
)

Acceso a los datos de estadísticas de creación de perfiles de Python

La creación de perfiles de Python proporciona métricas del marco relacionadas con las funciones y 
los operadores de Python en sus scripts de entrenamiento y los marcos de aprendizaje SageMaker 
profundo.

Modos y fases de entrenamiento para la creación de perfiles en Python

A fin de elaborar perfiles de intervalos específicos durante el entrenamiento y segmentar las 
estadísticas de cada uno de estos intervalos, el depurador proporciona herramientas para establecer 
modos y fases.

Para los modos de entrenamiento, utilice la siguiente clase PythonProfileModes:

from smdebug.profiler.python_profile_utils import PythonProfileModes

Esta clase proporciona las siguientes opciones.

• PythonProfileModes.TRAIN: úsela si quiere elaborar perfiles de los pasos previstos en la fase 
de entrenamiento. Esta opción de modo solo está disponible para TensorFlow.

• PythonProfileModes.EVAL: úsela si quiere elaborar perfiles de los pasos previstos en la fase 
de evaluación. Esta opción de modo solo está disponible para TensorFlow.

• PythonProfileModes.PREDICT: úsela si quiere elaborar perfiles de los pasos previstos en la 
fase de predicción. Esta opción de modo solo está disponible para TensorFlow.

• PythonProfileModes.GLOBAL: úsela si desea elaborar perfiles de los pasos previstos en la 
fase global, lo que incluye las tres fases previas. Esta opción de modo solo está disponible para 
PyTorch.

• PythonProfileModes.PRE_STEP_ZERO: úsela si desea elaborar perfiles de los pasos previstos 
en la fase de inicialización, antes de que comience el primer paso de entrenamiento del primer 
epoch. Esta fase incluye el envío del trabajo inicial, la carga de los scripts de entrenamiento en las 
instancias de EC2, la preparación de las instancias de EC2 y la descarga de los datos de entrada. 
Esta opción de modo está disponible tanto para como TensorFlow para PyTorch.
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• PythonProfileModes.POST_HOOK_CLOSE: úsela si desea elaborar perfiles de los pasos 
previstos en la fase de finalización, tras el trabajo de entrenamiento y tras cerrar el enlace del 
depurador. Esta fase incluye la elaboración de perfiles mientras se finalizan y completan los 
trabajos de entrenamiento. Esta opción de modo está disponible tanto para como TensorFlow para 
PyTorch.

Para las fases de entrenamiento, utilice la siguiente clase StepPhase:

from smdebug.profiler.analysis.utils.python_profile_analysis_utils import StepPhase

Esta clase proporciona las siguientes opciones.

• StepPhase.START: se utiliza para especificar el punto de inicio de la fase de inicialización.

• StepPhase.STEP_START: se utiliza para especificar el paso de inicio de la fase de 
entrenamiento.

• StepPhase.FORWARD_PASS_END: se utiliza para especificar los pasos en los que termina la 
propagación hacia delante. Esta opción solo está disponible para PyTorch.

• StepPhase.STEP_END: se utiliza para especificar los pasos finales de la fase de entrenamiento. 
Esta opción solo está disponible para TensorFlow.

• StepPhase.END— Se utiliza para especificar el punto final de la fase de finalización (post-hook-
close). Si el enlace de devolución de llamada no está cerrado, no se lleva a cabo la creación de 
perfiles de la fase de finalización.

Herramientas de Python para el análisis en la elaboración de perfiles

El depurador es compatible con la creación de perfiles de Python mediante dos herramientas de 
creación de perfiles:

• cProfile: el generador de perfiles estándar de Python. cProfile recopila métricas del marco sobre el 
tiempo de CPU para cada función llamada cuando la creación de perfiles estaba habilitada.

• Pyinstrument: un generador de perfiles de Python de bajo coste que muestrea eventos de creación 
de perfiles con una frecuencia de milisegundos.

Para obtener más información sobre las opciones de creación de perfiles de Python y lo que se 
recopila, consulte Comience un trabajo de entrenamiento con la monitorización predeterminada del 
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sistema y la creación de perfiles de marco personalizada con diferentes opciones de creación de 
perfiles.

Los siguientes métodos de las clases PythonProfileAnalysis, cProfileAnalysis y
PyinstrumentAnalysis se proporcionan para obtener y analizar los datos de creación de perfiles 
de Python. Cada función carga los datos más recientes del URI de S3 predeterminado.

from smdebug.profiler.analysis.python_profile_analysis import PythonProfileAnalysis, 
 cProfileAnalysis, PyinstrumentAnalysis

Para configurar los objetos de creación de perfiles de Python para su análisis, utilice las 
PyinstrumentAnalysis clases cProfileAnalysis o como se muestra en el siguiente código 
de ejemplo. Muestra cómo configurar un objeto cProfileAnalysis y, si desea usar
PyinstrumentAnalysis, cómo reemplazar el nombre de la clase.

python_analysis = cProfileAnalysis( 
    local_profile_dir=tf_python_stats_dir,  
    s3_path=tj.profiler_s3_output_path
)

Hay los siguientes métodos disponibles para las clases PyinstrumentAnalysis y
cProfileAnalysis, a fin de obtener los datos de las estadísticas de creación de perfiles de 
Python.

• python_analysis.fetch_python_profile_stats_by_time(start_time_since_epoch_in_secs, 
end_time_since_epoch_in_secs): toma en cuenta la hora de inicio y la hora de finalización y 
devuelve las estadísticas de función de los pasos cuyas horas de inicio o finalización coinciden con 
el intervalo proporcionado.

• python_analysis.fetch_python_profile_stats_by_step(start_step, end_step, 
mode, start_phase, end_phase): incluye un paso de inicio y un paso final y devuelve 
las estadísticas de función de todas las estadísticas de paso cuyo step perfilado cumpla con
start_step <= step < end_step.

• start_step y end_step (str): especifique el paso de inicio y el paso final para obtener los 
datos de las estadísticas de creación de perfiles de Python.

• mode (str): especifique el modo del trabajo de entrenamiento mediante la clase enumeradora
PythonProfileModes. El valor predeterminado es PythonProfileModes.TRAIN. Las 
opciones disponibles se proporcionan en la sección Training Modes and Phases for Python 
Profiling.
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• start_phase (str): especifique la fase de inicio en los pasos objetivo mediante la clase 
enumeradora StepPhase. Este parámetro permite crear perfiles entre las diferentes fases del 
entrenamiento. El valor predeterminado es StepPhase.STEP_START. Las opciones disponibles 
se proporcionan en la sección Training Modes and Phases for Python Profiling.

• end_phase (str): especifique la fase final en los pasos objetivo mediante la clase enumeradora
StepPhase. Este parámetro configura la fase final del entrenamiento. Las opciones 
disponibles son las mismas que las del parámetro start_phase. El valor predeterminado 
es StepPhase.STEP_END. Las opciones disponibles se proporcionan en la sección Training 
Modes and Phases for Python Profiling.

• python_analysis.fetch_profile_stats_between_modes(start_mode, end_mode): 
obtiene estadísticas de la creación de perfiles de Python entre los modos de inicio y final.

• python_analysis.fetch_pre_step_zero_profile_stats(): obtiene las estadísticas de la 
creación de perfiles de Python hasta el paso 0.

• python_analysis.fetch_post_hook_close_profile_stats(): obtiene las estadísticas 
de la creación de perfiles de Python después de cerrar el enlace.

• python_analysis.list_profile_stats()— Devuelve una DataFrame de las estadísticas 
de creación de perfiles de Python. Cada fila contiene los metadatos de cada instancia de creación 
de perfiles y el archivo de estadísticas correspondiente (uno por paso).

• python_analysis.list_available_node_ids(): devuelve una lista de los id. de nodo 
disponibles para las estadísticas de creación de perfiles de Python.

Los métodos específicos de la clase cProfileAnalysis.

• fetch_profile_stats_by_training_phase(): obtiene y agrega las estadísticas de creación 
de perfiles de Python para cada combinación posible de modos de inicio y finalización. Por 
ejemplo, si las fases de entrenamiento y validación se llevan a cabo con la creación de perfiles 
detallados habilitada, las combinaciones son (PRE_STEP_ZERO, TRAIN), (TRAIN, TRAIN),
(TRAIN, EVAL), (EVAL, EVAL) y (EVAL, POST_HOOK_CLOSE). Se agregan todos los 
archivos de estadísticas de cada una de estas combinaciones.

• fetch_profile_stats_by_job_phase(): obtiene y agrega las estadísticas de creación de 
perfiles de Python por fase de trabajo. Las fases del trabajo son initialization (creación 
de perfiles hasta el paso 0), training_loop (entrenamiento y validación) y finalization
(creación de perfiles tras cerrar el enlace).
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Fusión de cronogramas en múltiples archivos de seguimiento de perfiles

La biblioteca cliente SMDebug proporciona herramientas de análisis y visualización de perfiles 
para combinar los cronogramas de las métricas del sistema, las métricas del marco y los datos de 
creación de perfiles de Python recopilados por el depurador.

Tip

Antes de continuar, debe establecer un TrainingJob objeto que se utilizará en los ejemplos de 
esta página. Para obtener más información sobre la configuración de un TrainingJob objeto, 
consulteAcceso a los datos del perfil.

La clase MergedTimeline proporciona herramientas para integrar y correlacionar diferentes datos 
de creación de perfiles en un solo cronograma. Cuando el depurador captura los datos de creación 
de perfiles y las anotaciones de las diferentes fases de un trabajo de entrenamiento, los archivos 
JSON de los eventos de seguimiento se guardan en un directorio tracefolder predeterminado.

• Para las anotaciones en las capas de Python, los archivos de seguimiento se guardan en
*pythontimeline.json.

• Para las anotaciones en las capas de TensorFlow C++, los archivos de rastreo se guardan 
en*model_timeline.json.

• El generador de perfiles de Tensorflow guarda los eventos en un archivo *trace.json.gz.

Tip

Si quiere enumerar todos los archivos de seguimiento JSON, use el siguiente comando de la 
AWS CLI:

! aws s3 ls {tj.profiler_s3_output_path} --recursive | grep '\.json$'

Como se muestra en la siguiente captura de pantalla animada, al colocar y alinear los eventos de 
seguimiento capturados de las diferentes fuentes de creación de perfiles en un solo gráfico, se puede 
obtener una visión general de todos los eventos que ocurren en las diferentes fases del trabajo de 
entrenamiento.
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Tip

A fin de interactuar con la cronología fusionada en la aplicación de seguimiento mediante un 
teclado, use la tecla W para acercarse, la tecla A para ir a la izquierda, la tecla S para alejarse 
y la tecla D para ir a la derecha.

Los múltiples archivos JSON de seguimiento de eventos se pueden combinar en un solo archivo 
JSON de eventos de seguimiento utilizando la siguiente operación de API MergedTimeline y el 
método de clase del módulo smdebug.profiler.analysis.utils.merge_timelines.

from smdebug.profiler.analysis.utils.merge_timelines import MergedTimeline

combined_timeline = MergedTimeline(path, file_suffix_filter, output_directory)
combined_timeline.merge_timeline(start, end, unit)

La operación de API MergedTimeline pasa los siguientes parámetros:
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• path (str): especifique una carpeta raíz (/profiler-output) que contenga los archivos 
de seguimiento de creación de perfiles del sistema y del marco. Puede localizarlos
profiler-output mediante el método de clase SageMaker estimador o el objeto. 
TrainingJob Por ejemplo, estimator.latest_job_profiler_artifacts_path() o
tj.profiler_s3_output_path.

• file_suffix_filter (lista): especifique una lista de filtros de sufijos de archivos para 
combinar cronogramas. Los filtros de sufijos disponibles son ["model_timeline.json", 
"pythontimeline.json", "trace.json.gz"].. Si este parámetro no se especifica 
manualmente, todos los archivos de seguimiento se combinan de forma predeterminada.

• output_directory (str): especifique una ruta para guardar el archivo JSON del cronograma 
fusionado. El valor predeterminado es el directorio especificado para el parámetro path.

El classmethod merge_timeline() transfiere los siguientes parámetros para ejecutar el proceso 
de fusión:

• start (int): especifique la hora de inicio (en microsegundos y en formato de hora Unix) o el paso 
de inicio para combinar los cronogramas.

• end (int): especifique la hora de finalización (en microsegundos y en formato de hora Unix) o el 
paso final para combinar los cronogramas.

• unit (str): elija entre "step" y "time". El valor predeterminado es "time".

Con los siguientes códigos de ejemplo, ejecute el método merge_timeline() y descargue el 
archivo JSON combinado.

• Combine el cronograma con la opción de unidad "time". El siguiente código de ejemplo combina 
todos los archivos de seguimiento disponibles entre la hora de inicio de Unix (la hora de Unix con 
cero absoluto) y la hora actual de Unix, lo que significa que puede combinar los cronogramas de 
todo el entrenamiento.

import time
from smdebug.profiler.analysis.utils.merge_timelines import MergedTimeline
from smdebug.profiler.profiler_constants import CONVERT_TO_MICROSECS

combined_timeline = MergedTimeline(tj.profiler_s3_output_path, output_directory="./")
combined_timeline.merge_timeline(0, int(time.time() * CONVERT_TO_MICROSECS))
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• Combine el cronograma con la opción de unidad "step". El siguiente código de ejemplo combina 
todos los cronogramas disponibles entre el paso 3 y el paso 9.

from smdebug.profiler.analysis.utils.merge_timelines import MergedTimeline

combined_timeline = MergedTimeline(tj.profiler_s3_output_path, output_directory="./")
combined_timeline.merge_timeline(3, 9, unit="step")

Abra la aplicación de seguimiento de Chrome en chrome://tracing, en un navegador Chrome, 
y abra el archivo JSON. Puede explorar el resultado para representar gráficamente el cronograma 
fusionado.

Cargadores de datos de creación de perfiles

En PyTorch, los iteradores del cargador de datos, como SingleProcessingDataLoaderIter
yMultiProcessingDataLoaderIter, se inician al principio de cada iteración en un conjunto 
de datos. Durante la fase de inicialización, PyTorch activa los procesos de trabajo en función del 
número de trabajadores configurado y establece una cola de datos para recuperar los datos y los 
subprocesos. pin_memory

Para utilizar la herramienta de análisis de perfiles del cargador de PyTorch datos, importe la siguiente 
clase: PT_dataloader_analysis

from smdebug.profiler.analysis.utils.pytorch_dataloader_analysis import 
 PT_dataloader_analysis

Transfiera los datos de creación de perfiles recuperados como un objeto de datos del marco de 
Pandas en la sección Acceso a los datos de creación de perfiles con Pandas, una herramienta de 
análisis de datos:

pt_analysis = PT_dataloader_analysis(pf)

Las siguientes funciones están disponibles para el objeto pt_analysis:

La clase S3SystemMetricsReader de SMDebug lee las métricas del sistema del bucket de S3 
especificado en el parámetro s3_trial_path.

• pt_analysis.analyze_dataloaderIter_initialization()
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El análisis muestra la duración media y máxima de estas inicializaciones. Si hay valores atípicos 
(es decir, la duración es superior al doble de la media), la función imprime las horas de inicio 
y finalización de esas duraciones. Se pueden usar para inspeccionar las métricas del sistema 
durante esos intervalos de tiempo.

La siguiente lista muestra los análisis disponibles con este método de clase:

• Qué tipo de iteradores del cargador de datos se inicializaron.

• El número de procesos de trabajo por iterador.

• Comprobación de si el iterador se inicializó con o sin pin_memory.

• El número de veces que se inicializaron los iteradores durante el entrenamiento.

• pt_analysis.analyze_dataloaderWorkers()

La siguiente lista muestra los análisis disponibles con este método de clase:

• El número de procesos de trabajo que se generaron durante todo el entrenamiento.

• Duración media y máxima de los procesos de trabajo.

• Hora de inicio y finalización en los procesos de trabajo atípicos.

• pt_analysis.analyze_dataloader_getnext()

La siguiente lista muestra los análisis disponibles con este método de clase:

• Número de GetNext llamadas realizadas durante la formación.

• Duración media y máxima en microsegundos de las GetNext llamadas.

• Hora de inicio, hora de finalización, duración e identificador de trabajador para la duración atípica 
de la GetNext llamada.

• pt_analysis.analyze_batchtime(start_timestamp, end_timestamp, 
select_events=[".*"], select_dimensions=[".*"])

El depurador recopila las horas de inicio y finalización de todas las GetNext llamadas. Puede 
encontrar la cantidad de tiempo que emplea el script de entrenamiento en un lote de datos. 
Dentro del intervalo de tiempo especificado, puede identificar las llamadas que no contribuyen 
directamente al entrenamiento. Estas llamadas pueden proceder de las siguientes operaciones: 
calcular la precisión, sumar las pérdidas con fines de depuración o registro e imprimir la 
información de depuración. Operaciones como estas pueden requerir un uso intensivo de recursos 
informáticos o consumir mucho tiempo. Podemos identificar dichas operaciones correlacionando el 
generador de perfiles de Python, las métricas del sistema y las métricas del marco.
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La siguiente lista muestra los análisis disponibles con este método de clase:

• Haga un perfil del tiempo dedicado a cada lote de datosBatchTime_in_seconds, encontrando 
la diferencia entre las horas de inicio de las GetNext llamadas actuales y las posteriores.

• Encuentre los valores atípicos en BatchTime_in_seconds y la hora de inicio y finalización de 
esos valores atípicos.

• Obtenga las métricas del sistema y del marco durante esas marcas temporales
BatchTime_in_seconds. Esto indica dónde se empleó el tiempo.

• pt_analysis.plot_the_window()

Traza un gráfico de cronograma entre una marca de tiempo de inicio y la marca de tiempo de 
finalización.

Notas de publicación sobre las capacidades de creación de perfiles de 
Amazon SageMaker

Consulta las siguientes notas de la versión para hacer un seguimiento de las últimas actualizaciones 
de las funciones de creación de perfiles de Amazon SageMaker.

14 de diciembre de 2023

Actualizaciones de divisas

SageMaker Profiler ha añadido soporte para TensorFlow la versión 2.13.0.

Cambios importantes

Esta versión implica un cambio radical. El nombre del paquete SageMaker Profiler Python se cambia 
de smppy asmprof. Si ha utilizado la versión anterior del paquete y ha empezado a utilizar la 
versión más reciente de SageMaker Framework Containers que se TensorFlow indica en la siguiente 
sección, asegúrese de actualizar el nombre del paquete de smppy a smprof en la declaración de 
importación de su guion de formación.

Migración a AWS Deep Learning Containers

Esta versión de SageMaker Profiler ha superado las pruebas de referencia y se ha migrado a los 
siguientes AWSDeep Learning Containers.

• TensorFlow v2.13.0

Notas de la versión 3714
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• TensorFlow v2.12.0

Si utiliza las versiones anteriores de los contenedores de marcos compatibles, como la TensorFlow 
v2.11.0, el paquete Profiler SageMaker Python seguirá disponible como. smppy Si no está seguro 
de qué versión o del nombre del paquete debe utilizar, sustituya la declaración de importación del 
paquete SageMaker Profiler por el siguiente fragmento de código.

try: 
    import smprof  
except ImportError: 
    # backward-compatability for TF 2.11 and PT 1.13.1 images 
    import smppy as smprof

24 de agosto de 2023

Nuevas características

Se lanzó Amazon SageMaker Profiler, una capacidad de creación de SageMaker perfiles y 
visualización que permite analizar en profundidad los recursos informáticos aprovisionados y, al 
mismo tiempo, entrenar los modelos de aprendizaje profundo y obtener visibilidad de los detalles a 
nivel operativo. SageMaker Profiler proporciona módulos de Python (smppy) para añadir anotaciones 
en todos los scripts PyTorch o TensorFlow entrenarlos y activar SageMaker Profiler. Puede acceder 
a los módulos a través del SDK de SageMaker Python y AWS Deep Learning Containers. Para 
cualquier trabajo que se ejecute con los módulos Python de SageMaker Profiler, puede cargar 
los datos del perfil en la aplicación de interfaz de usuario de SageMaker Profiler, que proporciona 
un panel de resumen y un cronograma detallado. Para obtener más información, consulte Utilice 
Amazon SageMaker Profiler para perfilar las actividades en los AWS recursos informáticos.

Esta versión del paquete SageMaker Profiler Python está integrada en los siguientes contenedores 
de SageMaker Framework para PyTorch y TensorFlow.

• PyTorch v2.0.0

• PyTorch v1.13.1

• TensorFlow v2.12.0

• TensorFlow v2.11.0

Notas de la versión 3715
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Formación distribuida en Amazon SageMaker

SageMaker proporciona bibliotecas de formación distribuidas y admite diversas opciones de 
formación distribuida para tareas de aprendizaje profundo, como la visión artificial (CV) y el 
procesamiento del lenguaje natural (PNL). Con las bibliotecas SageMaker de formación distribuidas, 
puede ejecutar en paralelo datos personalizados altamente escalables y rentables y modelar trabajos 
de formación en deep learning en paralelo. También puede utilizar otros marcos y paquetes de 
formación distribuidos, como PyTorch DistributedDataParallel (DDP)torchrun, MPI (mpirun) y 
el servidor de parámetros. En toda la documentación, las instrucciones y los ejemplos se centran 
en cómo configurar las opciones de formación distribuidas para las tareas de aprendizaje profundo 
mediante el SDK de SageMaker Python.

Tip

Para obtener información sobre las prácticas recomendadas para la computación distribuida 
de los trabajos de entrenamiento y procesamiento de machine learning (ML) en general, 
consulte Computación distribuida con SageMaker mejores prácticas.

Antes de empezar

SageMaker La capacitación admite la capacitación distribuida en una sola instancia y en 
varias instancias, por lo que puede ejecutar capacitaciones de cualquier tamaño a escala. Le 
recomendamos que utilice las clases estimadoras del marco, como PyTorchy TensorFlowen el 
SDK de SageMaker Python, que son los lanzadores de tareas de formación con varias opciones 
de formación distribuidas. Al crear un objeto estimador, el objeto configura una infraestructura 
de entrenamiento distribuido, ejecuta la API CreateTrainingJob en el backend, encuentra la 
región en la que se están ejecutando las sesiones actuales y extrae uno de los contenedores de 
aprendizaje profundo AWS prediseñados y empaquetados con una serie de bibliotecas que incluyen 
marcos de aprendizaje profundo, marcos de entrenamiento distribuido y el controlador EFA. Si 
desea montar un sistema de archivos FSx en las instancias de entrenamiento, debe pasar su ID 
de subred de VPC y grupo de seguridad al estimador. Antes de ejecutar su trabajo de formación 
distribuida SageMaker, lea las siguientes instrucciones generales sobre la configuración básica de la 
infraestructura.
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Zonas de disponibilidad y plano posterior de red

Cuando se utilizan varias instancias (también denominadas nodos), es importante entender la red 
que conecta las instancias, cómo leen los datos de entrenamiento y cómo comparten la información 
entre sí. Por ejemplo, cuando ejecuta un trabajo de entrenamiento en paralelo con datos distribuidos, 
varios factores, como la comunicación entre los nodos de un clúster de procesamiento para ejecutar 
la operación AllReduce y la transferencia de datos entre los nodos y el almacenamiento de datos 
en Amazon Simple Storage Service o Amazon FSx para Lustre, desempeñan un papel crucial para 
lograr un uso óptimo de los recursos informáticos y una velocidad de entrenamiento más rápida. Para 
reducir la sobrecarga de comunicación, asegúrese de configurar las instancias, la subred de VPC y el 
almacenamiento de datos en la misma Región de AWS y en la zona de disponibilidad.

Instancias de GPU con una red más rápida y un almacenamiento de alto rendimiento

Técnicamente, puede utilizar cualquier instancia para un entrenamiento distribuido. En los casos 
en los que necesite ejecutar tareas de formación distribuidas con varios nodos para entrenar 
modelos de gran tamaño, como modelos lingüísticos de gran tamaño (LLM) y modelos de difusión, 
que requieren una conmutación más rápida entre nodos, recomendamos las instancias de GPU 
compatibles con EFA compatibles con. SageMaker Especialmente, para conseguir el mejor 
rendimiento en el trabajo de formación distribuida SageMaker, recomendamos las instancias P4d 
y P4de equipadas con GPU NVIDIA A100. También están equipadas con almacenamiento de 
instancias locales de alto rendimiento y baja latencia, así como una red dentro del nodo más rápida. 
Para el almacenamiento de datos, recomendamos Amazon FSx para Lustre, que proporciona un alto 
rendimiento para almacenar conjuntos de datos de entrenamiento y puntos de control de modelos.

Comience con la formación distribuida en Amazon SageMaker

Si ya conoce el entrenamiento distribuido, seleccione una de las siguientes opciones que se 
adapte a su estrategia o marco preferido para empezar. Si desea obtener más información 
sobre el entrenamiento distribuido en general, consulte the section called “Conceptos básicos de 
entrenamiento distribuido”.

Las bibliotecas de formación SageMaker distribuidas están optimizadas para el entorno de 
SageMaker formación, ayudan a adaptar sus tareas de formación distribuidas y a SageMaker 
mejorar la velocidad y el rendimiento de la formación. Las bibliotecas ofrecen estrategias de 
entrenamiento de paralelismo de datos y paralelismo de modelos. Combinan tecnologías de software 
y hardware para mejorar las comunicaciones entre GPU y entre nodos, y amplían las capacidades 
SageMaker de formación con opciones integradas que requieren cambios mínimos de código en los 
guiones de formación. 
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Usa la biblioteca de paralelismo de datos SageMaker distribuido (SMDDP)

La biblioteca SMDDP mejora la comunicación entre los nodos con implementaciones AllReduce
y operaciones de comunicación AllGather colectiva optimizadas para la infraestructura de 
AWS red y la topología de instancias de Amazon SageMaker ML. Puede utilizar la biblioteca 
SMDDP como backend de los paquetes de formación distribuidos PyTorch basados en PyTorch
datos: distributed data parallel (DDP), PyTorch fully sharded data paralelism (FSDP) y Megatron-.
DeepSpeedDeepSpeed El siguiente ejemplo de código muestra cómo configurar un estimador para 
lanzar un trabajo de formación distribuido en dos instancias. PyTorch ml.p4d.24xlarge

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ..., 
    instance_count=2, 
    instance_type="ml.p4d.24xlarge", 
    # Activate distributed training with SMDDP 
    distribution={ "pytorchddp": { "enabled": True } }  # mpirun, activates SMDDP 
 AllReduce OR AllGather 
    # distribution={ "torch_distributed": { "enabled": True } }  # torchrun, activates 
 SMDDP AllGather 
    # distribution={ "smdistributed": { "dataparallel": { "enabled": True } } }  # 
 mpirun, activates SMDDP AllReduce OR AllGather
)

Para obtener información sobre cómo preparar el guion de formación y lanzar un trabajo de 
formación paralelo con datos distribuidos SageMaker, consultethe section called “SageMaker 
biblioteca de paralelismo de datos distribuidos”.

Utilice la biblioteca de SageMaker modelos de paralelismo (SMP)

SageMaker proporciona la biblioteca SMP y admite diversas técnicas de entrenamiento 
distribuidas, como el paralelismo de datos fragmentados, la canalización, el paralelismo tensorial, la 
fragmentación del estado del optimizador, etc. Para obtener más información sobre lo que ofrece la 
biblioteca SMP, consulte the section called “Características principales”.

Para usar la biblioteca de paralelismo de modelos, configure los parámetros de los SageMaker 
estimadores del marco. distribution SageMaker Los estimadores de marco compatibles son 
y. PyTorchTensorFlow El siguiente ejemplo de código muestra cómo crear un estimador de marco 
para el entrenamiento distribuido con la biblioteca de paralelismo de modelos en dos instancias
ml.p4d.24xlarge.
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from sagemaker.framework import Framework

distribution={ 
    "smdistributed": { 
        "modelparallel": { 
            "enabled":True, 
            "parameters": { 
                ...   # enter parameter key-value pairs here 
            } 
        }, 
    }, 
    "mpi": { 
        "enabled" : True, 
        ...           # enter parameter key-value pairs here 
    }
}

estimator = Framework( 
    ..., 
    instance_count=2, 
    instance_type="ml.p4d.24xlarge", 
    distribution=distribution
)

Para aprender a adaptar tu script de entrenamiento, configurar los parámetros de distribución en 
la estimator clase y lanzar un trabajo de entrenamiento distribuido, consulta la biblioteca de 
paralelismo SageMaker de modelos (consulta también las API de entrenamiento distribuido en la 
documentación del SDK de SageMaker Python).

Utilice marcos de entrenamiento distribuido de código abierto

SageMaker también admite las siguientes opciones de funcionamiento mpirun y torchrun en el 
backend.

• Para usar PyTorch DistributedDataParallel (DDP) SageMaker con el mpirun backend, añádelo
distribution={"pytorchddp": {"enabled": True}} a tu estimador. PyTorch Para 
obtener más información, consulte también el distribution argumento de PyTorch Distributed 
Training y SageMaker PyTorch Estimator en la documentación del SDK de SageMaker Python.
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Note

Esta opción está disponible para la versión PyTorch 1.12.0 y versiones posteriores.

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ..., 
    instance_count=2, 
    instance_type="ml.p4d.24xlarge", 
    distribution={"pytorchddp": {"enabled": True}}  # runs mpirun in the backend
)

• SageMaker admite el PyTorch torchrunlanzador para el entrenamiento distribuido en instancias 
Amazon EC2 basadas en GPU, como P3 y P4, así como en Trn1 con la tecnología del dispositivo 
Trainium. AWS

Para usar PyTorch DistributedDataParallel (DDP) con el backend, añádalo al estimador. 
SageMaker torchrun distribution={"torch_distributed": {"enabled": True}}
PyTorch

Note

Esta opción está disponible para la versión 1.13.0 y versiones posteriores PyTorch .

En el siguiente fragmento de código se muestra un ejemplo de creación de un SageMaker PyTorch 
estimador para ejecutar un entrenamiento distribuido en dos ml.p4d.24xlarge instancias con la 
opción de distribución. torch_distributed

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ..., 
    instance_count=2, 
    instance_type="ml.p4d.24xlarge", 
    distribution={"torch_distributed": {"enabled": True}}   # runs torchrun in the 
 backend
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)

Para obtener más información, consulta el distribution argumento de Distributed PyTorch 
Training and SageMaker PyTorch Estimator en la documentación del SDK de SageMaker Python.

Notas para el entrenamiento distribuido en Trn1

Una instancia de Trn1 consta de un máximo de 16 dispositivos Trainium y cada dispositivo de 
Trainium consta de dos. NeuronCores Para ver las especificaciones de los dispositivos Trainium 
AWS, consulte la arquitectura de Trainium en la AWS documentación de Neuron.

Para entrenar con las instancias impulsadas por Trainium, solo necesita especificar el código de la 
instancia Trn1, en cadena con el argumento de la clase estimator. ml.trn1.* instance_type
SageMaker PyTorch Para encontrar los tipos de instancias Trn1 disponibles, consulte AWS 
Arquitectura de Trn1 en la documentación de Neuron de AWS .

Note

SageMaker Actualmente, la formación sobre las instancias Trn1 de Amazon EC2 solo está 
disponible para el PyTorch marco en AWS Deep Learning Containers for Neuron a partir 
de la versión 1.11.0. PyTorch Para obtener una lista completa de las versiones compatibles 
de PyTorch Neuron, consulte Neuron Containers en el repositorio de AWSDeep Learning 
Containers GitHub .

Al lanzar un trabajo de formación en instancias Trn1 mediante el SDK de SageMaker Python, 
selecciona y ejecuta SageMaker automáticamente el contenedor correcto de los contenedores 
Neuron proporcionados por AWS Deep Learning Containers. Los contenedores Neuron vienen 
preempaquetados con la configuración y las dependencias del entorno de formación para facilitar 
la adaptación del trabajo de formación a la plataforma de formación y a las instancias SageMaker 
Trn1 de Amazon EC2.

Note

Para ejecutar su trabajo de PyTorch formación en instancias Trn1 SageMaker, debe 
modificar el guion de formación para inicializar los grupos de procesos con el backend 
y utilizar /XLA. xla PyTorch Para respaldar el proceso de adopción de XLA, el SDK de 
Neuron incluye AWS PyTorch Neuron, que utiliza XLA para convertir las operaciones a 

Comience con la formación distribuida en Amazon SageMaker 3721

https://sagemaker.readthedocs.io/en/stable/frameworks/pytorch/using_pytorch.html#distributed-pytorch-training
https://sagemaker.readthedocs.io/en/stable/frameworks/pytorch/using_pytorch.html#distributed-pytorch-training
https://sagemaker.readthedocs.io/en/stable/frameworks/pytorch/sagemaker.pytorch.html#pytorch-estimator
https://awsdocs-neuron.readthedocs-hosted.com/en/latest/general/arch/neuron-hardware/neuroncores-arch.html#neuroncores-v2-arch
https://awsdocs-neuron.readthedocs-hosted.com/en/latest/general/arch/neuron-hardware/trn1-arch.html#id2
https://awsdocs-neuron.readthedocs-hosted.com/en/latest/general/arch/neuron-hardware/trn1-arch.html#aws-trn1-arch
https://awsdocs-neuron.readthedocs-hosted.com/en/latest/general/arch/neuron-hardware/trn1-arch.html#aws-trn1-arch
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#neuron-containers
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#neuron-containers
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#neuron-containers
https://pytorch.org/xla/release/1.12/index.html
https://pytorch.org/xla/release/1.12/index.html
https://pytorch.org/xla/release/1.12/index.html


Amazon SageMaker Guía para desarrolladores

instrucciones de Trainium. PyTorch Para obtener información sobre cómo modificar el 
guion de entrenamiento, consulte la Guía para desarrolladores sobre el entrenamiento con 
PyTorch Neuron () en la documentación de Neuron. torch-neuronx AWS

Para obtener más información, consulte Entrenamiento distribuido con PyTorch Neuron en 
instancias Trn1 y el argumento de SageMaker PyTorch Estimator distribution en la 
documentación del SDK de Python. SageMaker

• Para usar MPI en, agrégalo a tu estimador SageMaker. distribution={"mpi": {"enabled": 
True}} La opción de distribución MPI está disponible para los siguientes marcos: MXNet PyTorch, 
y. TensorFlow

• Para usar un servidor de parámetros en SageMaker, agréguelo
distribution={"parameter_server": {"enabled": True}} a su estimador. La opción 
de servidor de parámetros está disponible para los siguientes marcos: MXNet PyTorch, y. 
TensorFlow

Tip

Para obtener más información sobre el uso de las opciones de MPI y servidor de 
parámetros por marco, utilice los siguientes enlaces a la documentación del SDK de 
SageMaker Python.

• MxNet Distributed Training y el argumento de SageMaker  MXNet Estimator
distribution

• PyTorch Distributed Training y el argumento de Estimator SageMaker PyTorch 
distribution

• TensorFlow Entrenamiento distribuido y argumento de SageMaker TensorFlow 
Estimator. distribution

Conceptos básicos de entrenamiento distribuido

SageMakerLas bibliotecas de formación distribuida utilizan los siguientes términos y funciones de 
formación distribuida.

Conjuntos de datos y lotes

• Conjunto de datos de entrenamiento: todos los datos utilizados para entrenar el modelo.
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• Tamaño del lote global: el número de registros seleccionados del conjunto de datos de 
entrenamiento en cada iteración para enviarlos a las GPU del clúster. Es el número de registros 
sobre los que se calcula el gradiente en cada iteración. Si se utiliza el paralelismo de datos, es 
igual al número total de réplicas del modelo multiplicado por el tamaño del lote por réplica: global 
batch size = (the number of model replicas) * (per-replica batch size). 
En la literatura sobre machine learning, a un solo lote del tamaño de un lote global se le suele 
denominar minilote.

• Tamaño de lote por réplica: cuando se utiliza el paralelismo de datos, es el número de registros 
que se envían a cada réplica del modelo. Cada réplica del modelo realiza una pasada hacia 
adelante y hacia atrás con este lote para calcular las actualizaciones de las ponderaciones. Las 
actualizaciones de ponderaciones resultantes se sincronizan (se promedian) en todas las réplicas 
antes de procesar el siguiente conjunto de lotes por réplica.

• Microlote: un subconjunto del minilote o, si se utiliza un modelo híbrido y un paralelismo de 
datos, es un subconjunto del lote del tamaño de cada réplica. Cuando se utiliza SageMaker la 
biblioteca de paralelismo de modelos distribuidos, cada microlote se introduce en el proceso de 
entrenamiento one-by-one y sigue un programa de ejecución definido por el tiempo de ejecución
de la biblioteca.

Entrenamiento

• Época: un ciclo de entrenamiento que recorre todo el conjunto de datos. Es común tener varias 
iteraciones por época. El número de épocas que utilice en el entrenamiento es único en su modelo 
y caso de uso.

• Iteración: una única pasada hacia adelante y hacia atrás realizada con un lote global (un minilote) 
de datos de entrenamiento. El número de iteraciones realizadas durante el entrenamiento viene 
determinado por el tamaño del lote global y el número de épocas utilizadas para el entrenamiento. 
Por ejemplo, si un conjunto de datos incluye 5000 muestras y utiliza un tamaño de lote global de 
500, se necesitarán 10 iteraciones para completar una sola época.

• Tasa de aprendizaje: variable que influye en la cantidad en que se cambian las ponderaciones en 
respuesta al error calculado del modelo. La tasa de aprendizaje desempeña un papel importante 
en la capacidad del modelo para converger, así como en la velocidad y la optimización de la 
convergencia.

Instancias y GPU
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• Instancias: una instancia de computación de machine learningAWS. También se denominan
nodos.

• Tamaño del clúster: cuando se utiliza SageMaker la biblioteca de entrenamiento distribuida, 
se trata del número de instancias multiplicado por el número de GPU de cada instancia. Por 
ejemplo, si utiliza dos instancias ml.p3.8xlarge en un trabajo de entrenamiento, que tienen 4 
GPU cada una, el tamaño del clúster es 8. Si bien aumentar el tamaño del clúster puede reducir 
los tiempos de entrenamiento, la comunicación entre las instancias debe optimizarse; de lo 
contrario, la comunicación entre los nodos puede aumentar la sobrecarga y reducir los tiempos 
de entrenamiento. La biblioteca de formación SageMaker distribuida está diseñada para optimizar 
la comunicación entre las instancias informáticas de Amazon EC2 ML, lo que permite una mayor 
utilización de los dispositivos y tiempos de entrenamiento más rápidos.

Soluciones de entrenamiento distribuido

• Paralelismo de datos: estrategia de entrenamiento distribuido en la que un conjunto de datos de 
entrenamiento se divide en varias GPU de un clúster de cómputo, que consta de varias instancias 
de Amazon EC2 ML. Cada GPU contiene una réplica del modelo, recibe diferentes lotes de datos 
de entrenamiento, realiza una pasada hacia adelante y hacia atrás y comparte las actualizaciones 
de ponderaciones con los demás nodos para sincronizarlas antes de pasar al siguiente lote y, 
finalmente, a otra época.

• Paralelismo de modelos: estrategia de entrenamiento distribuido en la que el modelo se divide en 
varias GPU de un clúster de procesamiento, que consta de varias instancias de Amazon EC2 ML. 
El modelo puede ser complejo y tener un gran número de capas y ponderaciones ocultas, por lo 
que no cabe en la memoria de una sola instancia. Cada GPU contiene un subconjunto del modelo, 
a través del cual los datos fluyen y las transformaciones se comparten y compilan. La eficiencia 
del paralelismo del modelo, en términos de uso de la GPU y tiempo de entrenamiento, depende 
en gran medida de cómo se parta el modelo y del programa de ejecución utilizado para realizar 
pasadas hacia adelante y hacia atrás.

• Programa de ejecución de canalización (canalización): el programa de ejecución de canalización 
determina el orden en que se realizan los cálculos (microlotes) y se procesan los datos en todos 
los dispositivos durante el entrenamiento de modelos. La canalización es una técnica para lograr 
una auténtica paralelización en el paralelismo de modelos y superar la pérdida de rendimiento 
debida a la computación secuencial, haciendo que las GPU procesen simultáneamente en 
diferentes muestras de datos. Para obtener más información, consulte el programa de ejecución de 
canalización.
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Conceptos avanzados

Los profesionales del machine learning (ML) suelen enfrentar dos desafíos de escalado a la hora de 
entrenar modelos:escalando el tamaño del modelo y escalando los datos de entrenamiento. Si bien 
el tamaño y la complejidad del modelo pueden dar lugar a una mayor precisión, existe un límite en 
el tamaño del modelo que puede encajar en una única CPU o GPU. Además, escalar el tamaño del 
modelo puede resultar en más cálculos y tiempos de entrenamiento más largos.

No todos los modelos gestionan el escalado de los datos de entrenamiento igual de bien, ya que 
necesitan ingerir todos los datos de entrenamiento en memoria para el entrenamiento. Solo se 
escalan verticalmente y se adaptan a tipos de instancias cada vez más grandes. En la mayoría de los 
casos, escalar los datos de entrenamiento da como resultado tiempos de entrenamiento más largos.

El aprendizaje profundo (DL) es una familia específica de algoritmos de machine learning que consta 
de varias capas de redes neuronales artificiales. El método de entrenamiento más común se lleva 
a cabo con Stochastic Gradient Descent (SGD) en minilotes. En el SGD de minilotes, el modelo 
se entrena realizando pequeños cambios iterativos de sus coeficientes en la dirección que reduce 
su error. Dichas iteraciones se llevan a cabo en submuestras del mismo tamaño del conjunto de 
datos de entrenamiento, denominadas minilotes. Para cada minilote, el modelo se ejecuta en cada 
registro del minilote, se mide su error y se estima el gradiente del error. A continuación, se mide el 
gradiente medio en todos los registros del minilote y se proporciona una dirección de actualización 
para cada coeficiente del modelo. Una revisión completa del conjunto de datos de entrenamiento 
se denomina época. Los entrenamientos con modelos suelen constar de docenas a cientos de 
épocas. El SGD en minilotes tiene varias ventajas: en primer lugar, su diseño iterativo hace que el 
tiempo de entrenamiento sea teóricamente lineal en relación con el tamaño del conjunto de datos. 
En segundo lugar, en un minilote dado, el modelo procesa cada registro de forma individual sin 
necesidad de ninguna comunicación entre registros que no sea la media del gradiente final. Por 
lo tanto, el procesamiento de un minilote es especialmente adecuado para la paralelización y la 
distribución. 

La paralelización del entrenamiento de SGD mediante la distribución de los registros de un minilote 
en diferentes dispositivos informáticos se denomina entrenamiento distribuido de paralelismo de 
datos y es el paradigma de distribución de aprendizaje profundo más utilizado. El entrenamiento de 
paralelismo de datos es una estrategia de distribución relevante para escalar el tamaño del minilote y 
procesar cada minilote más rápido. Sin embargo, el entrenamiento de paralelismo de datos conlleva 
la complejidad adicional de tener que calcular el promedio de gradiente en minillotes con gradientes 
procedentes de todos los trabajadores y comunicárselo a todos los trabajadores, un paso llamado
allreduce que puede representar una sobrecarga creciente, a medida que se escala el grupo de 
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entrenamiento, y que también puede penalizar drásticamente el tiempo de entrenamiento si se 
implementa o implementa incorrectamente sobre sustracciones de hardware inadecuadas. 

El SGD de paralelismo de datos aún requiere que los desarrolladores puedan colocar al menos el 
modelo y un único registro en un dispositivo informático, como una sola CPU o GPU. Al entrenar 
modelos muy grandes, como transformadores grandes en el procesamiento del lenguaje natural 
(NLP) o modelos de segmentación sobre imágenes de alta resolución, puede haber situaciones en 
las que esto no sea posible. Una forma alternativa de dividir la carga de trabajo es partir el modelo 
en varios dispositivos informáticos, un enfoque denominado entrenamiento distribuido con una 
estrategia paralela modelo.

Estrategias

El entrenamiento distribuido suele dividirse en dos enfoques: paralelismo de datos y paralelismo de 
modelos. El paralelismo de datos es el enfoque más común para el entrenamiento distribuido: se 
tienen muchos datos, se agrupan y se envían bloques de datos a varias CPU o GPU (nodos) para 
que la red neuronal o el algoritmo de machine learning los procese y, a continuación, se combinan 
los resultados. La red neuronal es la misma en todos los nodos. El enfoque de paralelismo de 
modelos se utiliza con modelos grandes que no caben en la memoria de un nodo de una sola pieza; 
divide el modelo y coloca diferentes partes en diferentes nodos. En esta situación, es necesario 
enviar los lotes de datos a cada nodo para que los datos se procesen en todas las partes del modelo.

Los términos red y modelo suelen usarse indistintamente: un modelo grande es en realidad una 
red grande con muchas capas y parámetros. El entrenamiento con una red grande produce un 
modelo grande, y la carga del modelo de nuevo en la red con todos sus parámetros preentrenados 
y sus ponderaciones carga un modelo grande en la memoria. Cuando divide un modelo en nodos, 
también divide la red subyacente. Una red se compone de capas y, para dividirla, se colocan capas 
en diferentes dispositivos de procesamiento.

Un error común de dividir las capas entre los dispositivos de forma ingenua es la grave 
infrautilización de la GPU. El entrenamiento es inherentemente secuencial tanto en las pasadas 
hacia adelante como hacia atrás y, en un momento dado, solo una GPU puede realizar el 
procesamiento activo, mientras que las demás esperan a que se envíen las activaciones. Las 
bibliotecas paralelas de modelos modernos resuelven este problema mediante el uso de programas 
de ejecución de canalizaciones para mejorar la utilización de los dispositivos. Sin embargo, solo la 
biblioteca paralela SageMaker de modelos distribuidos de Amazon incluye la división automática 
de modelos. Las dos características principales de la biblioteca, la división automática de modelos 
y la programación de ejecución de canalización, simplifican el proceso de implementación del 
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paralelismo de modelos al tomar decisiones automatizadas que conducen a una utilización eficiente 
del dispositivo.

Entrenamiento con paralelismo de datos y paralelismo de modelos

Si está entrenando con un conjunto de datos grande, comience con un enfoque de paralelismo 
de datos. Si se queda sin memoria durante el entrenamiento, es posible que quiera cambiar a un 
enfoque de paralelismo de modelos o probar el paralelismo híbrido de datos y modelos. También 
puede intentar lo siguiente para mejorar el rendimiento con el paralelismo de datos.

• Cambiar los hiperparámetros de su modelo.
• Reducir el tamaño del lote.
• Seguir reduciendo el tamaño del lote hasta que tenga suficiente memoria. Si reduce el tamaño 

del lote a 1 y aun así se queda sin memoria, debería intentar el entrenamiento de paralelismo de 
modelos.

Pruebe la compresión de gradientes (FP16, INT8):

• En el hardware TensorCore equipado con NVIDIA, el uso de un entrenamiento de precisión mixto
aumenta la velocidad y reduce el consumo de memoria.

• SageMakerLa biblioteca de paralelismo de datos distribuidos es compatible con la precisión mixta 
automática (AMP) lista para usar. No se necesita ninguna acción adicional para habilitar AMP que 
no sean las modificaciones a nivel de marco de su script de entrenamiento. Si los gradientes están 
en el FP16, la biblioteca de paralelismo de SageMaker datos ejecuta su operación en el FP16.
AllReduce Para obtener más información sobre la implementación de API de AMP en su script 
de entrenamiento, consulte los siguientes recursos:

• Marcos: en la documentación de rendimiento del aprendizaje PyTorch profundo de NVIDIA

• Marcos: TensorFlow en la documentación sobre el rendimiento del aprendizaje profundo de 
NVIDIA

• Precisión mixta automática para aprendizaje profundo en los Documentos para desarrolladores 
de NVIDIA

• Presentamos en el blog la precisión mixta PyTorch automática nativa para un entrenamiento 
más rápido con las PyTorch GPU NVIDIA

• TensorFlow API de precisión mixta en la documentación TensorFlow

Intente reducir el tamaño de la entrada:
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• Reduzca la longitud de la secuencia de PNL si aumenta el enlace de secuencia, si necesita ajustar 
el tamaño del lote o si ajusta las GPU hacia arriba para repartir el lote.

• Reduzca la resolución de la imagen.

Compruebe si utiliza la normalización por lotes, ya que esto puede afectar a la convergencia. Cuando 
utilice el entrenamiento distribuido, el lote se divide entre las GPU y el efecto de un tamaño de lote 
mucho menor puede ser una mayor tasa de errores, lo que impide la convergencia del modelo. Por 
ejemplo, si creó un prototipo de su red en una sola GPU con un tamaño de lote de 64 y luego la 
amplió hasta utilizar cuatro p3dn.24xlarge, ahora tiene 32 GPU y el tamaño de los lotes por GPU 
pasa de 64 a 2. Es probable que esto rompa la convergencia que pudo observar con un solo nodo.

Comience con el entrenamiento de paralelismo de modelos cuando:

• Su modelo no quepa en un solo dispositivo.
• Debido al tamaño del modelo, experimentará limitaciones a la hora de elegir tamaños de lote más 

grandes, por ejemplo, si el peso del modelo ocupa la mayor parte de la memoria de la GPU y tiene 
que elegir un tamaño de lote más pequeño y subóptimo. 

Para obtener más información sobre las bibliotecas SageMaker distribuidas, consulte lo siguiente:

• Realice un entrenamiento distribuido con la biblioteca de paralelismo de datos SageMaker 
distribuidos

• Biblioteca de paralelismo de SageMaker modelos v1.x (Archivada)

Optimizar el entrenamiento distribuido

Personalice los hiperparámetros para su caso de uso y sus datos para obtener la mejor eficiencia 
de escalado. En el siguiente análisis, destacamos algunas de las variables de formación más 
impactantes y proporcionamos referencias a state-of-the-art las implementaciones para que 
pueda obtener más información sobre sus opciones. Además, le recomendamos que consulte la 
documentación de entrenamiento distribuido de su marco preferido.

• Entrenamiento distribuido de Apache MXNet
• PyTorch formación distribuida
• TensorFlow formación distribuida
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BatchSize

SageMaker Los kits de herramientas distribuidos generalmente te permiten entrenar en lotes más 
grandes. Por ejemplo, si un modelo cabe en un solo dispositivo pero solo se puede entrenar con un 
tamaño de lote pequeño, utilizar el entrenamiento de paralelismo de modelos o el entrenamiento de 
paralelismo de datos le permitirá experimentar con lotes más grandes.

Tenga en cuenta que el tamaño del lote influye directamente en la precisión del modelo al controlar la 
cantidad de ruido en la actualización del modelo en cada iteración. Al aumentar el tamaño del lote se 
reduce la cantidad de ruido en la estimación del gradiente, lo que puede resultar beneficioso cuando 
se trata de lotes de tamaños muy pequeños, pero puede reducir la precisión del modelo a medida 
que el tamaño del lote vaya aumentando hasta valores grandes. 

Tip

Ajuste los hiperparámetros para garantizar que el modelo alcance una convergencia 
satisfactoria a medida que vaya aumentado el tamaño del lote.

Se han desarrollado varias técnicas para mantener una buena convergencia de modelos cuando se 
aumenta el lote.

Tamaño del minilote

En el SGD, el tamaño del minilote cuantifica la cantidad de ruido presente en la estimación 
del gradiente. Un minilote pequeño produce un gradiente de minilotes muy ruidoso, que no es 
representativo del gradiente real del conjunto de datos. Un minilote grande da como resultado un 
gradiente de minilotes cercano al gradiente real en todo el conjunto de datos y, potencialmente, no lo 
suficientemente ruidoso, por lo que es probable que permanezca atrapado en mínimos irrelevantes.

Para obtener más información acerca de estas técnicas, consulte los siguientes documentos:

• Minilotes grandes y precisos, SGD: Entrenamiento ImageNet en 1 hora, Goya et al.

• PowerAI DDL, Cho et al.

• Amplíe el tamaño del SGD para minilotes de gran tamaño: formación residual en red a ImageNet 
-1K con una precisión mejorada y un menor tiempo de entrenamiento, Codreanu et al.

• ImageNet Entrenando en minutos, You et al.

• Large Batch Training of Convolutional Networks, You et al.
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• Large Batch Optimization for Deep Learning: Training BERT in 76 Minutes, You et al.

• Accelerated Large Batch Optimization of BERT Pretraining in 54 minutes, Zheng et al.

• Deep Gradient Compression, Lin et al.

Escenarios

En las siguientes secciones se describen los escenarios en los que es posible que desee ampliar el 
entrenamiento y cómo puede hacerlo utilizando los recursos de AWS.

Cómo pasar de una sola GPU a varias GPU

La cantidad de datos o el tamaño del modelo utilizado en el machine learning pueden crear 
situaciones en las que el tiempo de entrenamiento de un modelo sea mayor del que se esté 
dispuesto a esperar. A veces, el entrenamiento no funciona en absoluto porque el modelo o los datos 
de entrenamiento son demasiado grandes. Una solución es aumentar la cantidad de GPU que utiliza 
para el entrenamiento. En una instancia con varias GPU, como un p3.16xlarge que tiene ocho 
GPU, los datos y el procesamiento se dividen entre las ocho GPU. Cuando utiliza bibliotecas de 
entrenamiento distribuido, esto puede provocar una aceleración casi lineal del tiempo que se tarda 
en entrenar el modelo. Tarda poco más de 1/8 del tiempo que se necesitaría en p3.2xlarge con 
una GPU.

Tipo de instancia GPU

p3.2xlarge 1

p3.8xlarge 4

p3.16xlarge 8

p3dn.24xlarge 8

Note

Los tipos de instancias ml que se utilizan en el SageMaker entrenamiento tienen el 
mismo número de GPU que los tipos de instancias p3 correspondientes. Por ejemplo,
ml.p3.8xlarge tiene el mismo número de GPU que p3.8xlarge - 4.
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Escalar de una sola instancia a varias instancias

Si desea ampliar aún más su entrenamiento, puede utilizar más instancias. Sin embargo, debe elegir 
un tipo de instancia más grande antes de añadir más instancias. Consulte la tabla anterior para ver 
cuántas GPU hay en cada tipo de instancia p3.

Si ha dado el salto desde una sola GPU en un p3.2xlarge a cuatro GPU en un p3.8xlarge, pero 
decide que necesita más potencia de procesamiento, puede que obtenga un mejor rendimiento y 
que incurra en costes más bajos si elige un p3.16xlarge antes de intentar aumentar el recuento 
de instancias. Según las bibliotecas que utilice, cuando mantiene el entrenamiento en una única 
instancia, el rendimiento es mejor y los costes son inferiores a los de un escenario en el que se 
utilizan varias instancias.

Cuando esté listo para escalar el número de instancias, puede hacerlo con la estimator función 
SDK de SageMaker Python configurando suinstance_count. Por ejemplo, puede establecer
instance_type = p3.16xlarge y instance_count = 2. En lugar de las ocho GPU de una 
sola p3.16xlarge, dispone de 16 GPU distribuidas en dos instancias idénticas. En el siguiente 
gráfico, se muestra el escalado y el rendimiento, empezando con ocho GPU en una sola instancia y 
aumentando hasta 64 instancias, con un total de 256 GPU.

Escenarios 3731

https://aws.amazon.com/blogs/machine-learning/scalable-multi-node-training-with-tensorflow/


Amazon SageMaker Guía para desarrolladores

Scripts de entrenamiento personalizados

Si bien SageMaker facilita la implementación y el escalado del número de instancias y GPU, en 
función del marco que se elija, administrar los datos y los resultados puede resultar muy difícil, por 
lo que a menudo se utilizan bibliotecas de soporte externas. Esta forma tan básica de formación 
distribuida requiere la modificación del guion de formación para gestionar la distribución de los datos.

Escenarios 3732



Amazon SageMaker Guía para desarrolladores

SageMaker también es compatible con Horovod y con implementaciones de formación distribuida 
nativas de cada uno de los principales marcos de aprendizaje profundo. Si opta por utilizar ejemplos 
de estos marcos, puede seguir la guía SageMaker de contenedores de Deep Learning Containers y 
varios cuadernos de ejemplo que muestran las implementaciones.

Realice un entrenamiento distribuido con la biblioteca de paralelismo de 
datos SageMaker distribuidos

La biblioteca de paralelismo de datos SageMaker distribuido (SMDDP) amplía las capacidades de 
SageMaker formación en modelos de aprendizaje profundo con una eficiencia de escalado casi lineal 
al proporcionar implementaciones de operaciones de comunicación colectiva optimizadas para la 
infraestructura. AWS

Al entrenar modelos de aprendizaje automático (ML) de gran tamaño, como los modelos de lenguaje 
grandes (LLM) y los modelos de difusión, en un enorme conjunto de datos de entrenamiento, 
los profesionales del aprendizaje automático utilizan grupos de aceleradores y técnicas de 
entrenamiento distribuidas para reducir el tiempo de entrenamiento o resolver las restricciones 
de memoria de los modelos que no caben en la memoria de cada GPU. Los profesionales del 
aprendizaje automático suelen empezar con varios aceleradores en una sola instancia y, después, 
escalarlos a grupos de instancias a medida que aumentan sus requisitos de carga de trabajo. A 
medida que aumenta el tamaño del clúster, también aumenta la sobrecarga de comunicación entre 
varios nodos, lo que se traduce en una disminución del rendimiento computacional general.

Para solucionar estos problemas de sobrecarga y memoria, la biblioteca SMDDP ofrece lo siguiente.

• La biblioteca SMDDP optimiza los trabajos de formación para la infraestructura de AWS red y la 
topología de instancias de Amazon SageMaker ML.

• La biblioteca SMDDP mejora la comunicación entre los nodos con implementaciones AllReduce
y operaciones de comunicación AllGather colectiva optimizadas para la infraestructura. AWS

Para obtener más información sobre los detalles de las ofertas de bibliotecas SMDDP, consulte. the 
section called “Introducción a la biblioteca SMDDP”

Para obtener más información sobre el entrenamiento con la estrategia modelo-paralelo que ofrece 
SageMaker, consulte también. Biblioteca de paralelismo de SageMaker modelos v1.x (Archivada)

Temas

• Introducción a la biblioteca de paralelismo de datos SageMaker distribuidos
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• Marcos y tipos Regiones de AWS de instancias compatibles

• Cómo ejecutar un trabajo de formación distribuido con la biblioteca de paralelismo de datos 
SageMaker distribuidos

• Consejos de configuración para la biblioteca de paralelismo de datos SageMaker distribuidos

• Preguntas frecuentes sobre la SageMaker biblioteca de paralelismo de datos distribuidos de 
Amazon

• Solución de problemas para la formación distribuida en Amazon SageMaker

Introducción a la biblioteca de paralelismo de datos SageMaker distribuidos

La biblioteca de paralelismo de datos SageMaker distribuidos (SMDDP) es una biblioteca de 
comunicación colectiva que mejora el rendimiento informático del entrenamiento en paralelo de 
datos distribuidos. La biblioteca SMDDP aborda la sobrecarga de comunicación de las principales 
operaciones de comunicación colectiva al ofrecer lo siguiente.

1. La biblioteca ofrece ofertas AllReduce optimizadas para. AWS AllReducees una operación 
clave que se utiliza para sincronizar los gradientes entre las GPU al final de cada iteración de 
entrenamiento durante el entrenamiento con datos distribuidos.

2. La biblioteca ofrece ofertas optimizadas para. AllGather AWS AllGatheres otra operación 
clave utilizada en el entrenamiento paralelo de datos fragmentados, que es una técnica de 
paralelismo de datos eficiente en memoria que ofrecen bibliotecas populares, como la biblioteca 
de paralelismo de SageMaker modelos (SMP), DeepSpeed Zero Redundancy Optimizer (ZeRO) y 
Fully Sharded Data Parallelism (FSDP). PyTorch

3. La biblioteca realiza una node-to-node comunicación optimizada al utilizar completamente la 
infraestructura AWS de red y la topología de instancias de Amazon EC2.

La biblioteca SMDDP puede aumentar la velocidad de entrenamiento al ofrecer mejoras en el 
rendimiento a medida que se amplía el clúster de entrenamiento, con una eficiencia de escalado casi 
lineal.

Note

Las bibliotecas de formación SageMaker distribuidas están disponibles a través de los 
contenedores de aprendizaje AWS profundo PyTorch y Hugging Face de SageMaker la 
plataforma de formación. Para usar las bibliotecas, debe usar el SDK de SageMaker Python 
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o las SageMaker API a través de SDK for Python (Boto3) o. AWS Command Line Interface 
En toda la documentación, las instrucciones y los ejemplos se centran en cómo utilizar las 
bibliotecas de formación distribuidas con el SDK de SageMaker Python.

Operaciones de comunicación colectiva SMDDP optimizadas para los recursos AWS informáticos y 
la infraestructura de red

La biblioteca SMDDP proporciona implementaciones y operaciones AllGather colectivas 
optimizadas para los AWS recursos informáticos AllReduce y la infraestructura de red.

Operación colectiva de SMDDP AllReduce

La biblioteca SMDDP logra una superposición óptima de la AllReduce operación con la 
transferencia hacia atrás, lo que mejora significativamente el uso de la GPU. Logra una eficiencia 
de escalado casi lineal y una velocidad de entrenamiento más rápida al optimizar las operaciones 
del núcleo entre las CPU y las GPU. La biblioteca funciona AllReduce en paralelo mientras la GPU 
calcula los gradientes sin eliminar ciclos de GPU adicionales, lo que hace que la biblioteca logre un 
entrenamiento más rápido.

• Aprovecha las CPU: la biblioteca utiliza las CPU como AllReduce gradientes, lo que descarga 
esta tarea de las GPU.

• Uso mejorado de la GPU: las GPU del clúster se centran en los gradientes informáticos, mejorando 
su utilización durante toda el entrenamiento.

El siguiente es el flujo de trabajo de alto nivel de la operación SMDDP. AllReduce

1. La biblioteca asigna rangos a las GPU (trabajadores).

2. En cada iteración, la biblioteca divide cada lote global entre el número total de trabajadores 
(tamaño mundial) y asigna pequeños lotes (fragmentos por lotes) a los trabajadores.

• El tamaño del lote global es (number of nodes in a cluster) * (number of GPUs 
per node) * (per batch shard).

• Un fragmento por lotes (lote pequeño) es un subconjunto de conjuntos de datos asignado a 
cada GPU (trabajador) por iteración.

3. La biblioteca lanza un script de entrenamiento para cada trabajador.

4. La biblioteca administra copias de los pesos y degradados del modelo de los trabajadores al final 
de cada iteración.
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5. La biblioteca sincroniza los pesos y degradados del modelo entre los trabajadores para agregar un 
solo modelo entrenado.

El siguiente diagrama de arquitectura muestra un ejemplo de cómo la biblioteca configura el 
paralelismo de datos para un clúster de 3 nodos.

Operación AllGather colectiva SMDDP

AllGatheres una operación colectiva en la que cada trabajador comienza con un búfer de entrada 
y, a continuación, concatena o reúne los búferes de entrada de todos los demás trabajadores en un 
búfer de salida.
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Note

La operación AllGather colectiva SMDDP está disponible en AWS Deep Learning 
Containers (DLC) para PyTorch la versión 2.0.1 smdistributed-dataparallel>=2.0.1
y versiones posteriores.

AllGatherse utiliza mucho en técnicas de formación distribuidas, como el paralelismo de datos 
fragmentados, en el que cada trabajador individual tiene una fracción de un modelo o una capa 
fragmentada. Los trabajadores se desplazan AllGather antes de avanzar y retroceder para 
reconstruir las capas fragmentadas. Los pases hacia adelante y hacia atrás continúan hacia 
adelante una vez recopilados todos los parámetros. Durante el paso hacia atrás, cada trabajador 
también llama ReduceScatter para recolectar (reducir) los gradientes y dividirlos (dispersarlos) en 
fragmentos de degradado para actualizar la capa fragmentada correspondiente. Para obtener más 
información sobre el papel de estas operaciones colectivas en el paralelismo de datos fragmentados, 
consulte la implementación de la biblioteca SMP sobre el paralelismo de datos fragmentados, ZeRO, 
en la documentación, y el blog sobre el paralelismo de datos fragmentado completo. DeepSpeed 
PyTorch

Como las operaciones colectivas se invocan en todas las iteraciones, AllGather son las que 
más contribuyen a la sobrecarga de comunicación de la GPU. Un cálculo más rápido de estas 
operaciones colectivas se traduce directamente en un tiempo de entrenamiento más corto sin efectos 
secundarios en la convergencia. Para lograrlo, la biblioteca SMDDP ofrece instancias AllGather
optimizadas para P4d.

SMDDP AllGather utiliza las siguientes técnicas para mejorar el rendimiento computacional en las 
instancias P4d.

1. Transfiere datos entre instancias (entre nodos) a través de la red Elastic Fabric Adapter (EFA) con 
una topología de malla. EFA es la solución de red de AWS baja latencia y alto rendimiento. Una 
topología en malla para la comunicación de red entre nodos se adapta mejor a las características 
de la EFA y de la infraestructura de red. AWS En comparación con la topología en anillo o árbol 
del NCCL, que implica varios saltos de paquetes, el SMDDP evita la acumulación de latencia 
a partir de varios saltos, ya que solo necesita un salto. El SMDDP implementa un algoritmo de 
control de velocidad de red que equilibra la carga de trabajo de cada par de comunicación en una 
topología de malla y logra un mayor rendimiento de la red global.

2. Adopta una biblioteca de copias en memoria GPU de baja latencia basada en la tecnología 
NVIDIA GPUDirect RDMA (GDRCopy) para coordinar el tráfico de red local de NVLink y EFA. 
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GDRCopy, una biblioteca de copias de memoria para GPU de baja latencia ofrecida por NVIDIA, 
proporciona una comunicación de baja latencia entre los procesos de la CPU y los núcleos CUDA 
de la GPU. Con esta tecnología, la biblioteca SMDDP puede canalizar el movimiento de datos 
dentro y entre nodos.

3. Reduce el uso de multiprocesadores de streaming mediante GPU a fin de aumentar la potencia de 
cómputo necesaria para ejecutar núcleos de modelos. Las instancias P4d y P4de están equipadas 
con GPU NVIDIA A100, cada una con 108 multiprocesadores de streaming. Mientras que el NCCL 
utiliza hasta 24 multiprocesadores de streaming para ejecutar operaciones colectivas, el SMDDP 
utiliza menos de 9 multiprocesadores de streaming. Los núcleos de cómputo modelo recogen los 
multiprocesadores de streaming guardados para agilizar los cálculos.

Marcos y tipos Regiones de AWS de instancias compatibles

Antes de usar la biblioteca de paralelismo de datos SageMaker distribuidos (SMDDP), compruebe 
cuáles son los marcos de aprendizaje automático y los tipos de instancias compatibles y si hay 
suficientes cuotas en su cuenta y. AWS Región de AWS

Marcos admitidos

En las tablas siguientes se muestran los marcos de aprendizaje profundo y sus versiones 
compatibles con el SageMaker paralelismo de SageMaker datos distribuidos. El paralelismo de 
datos SageMaker distribuidos está disponible en AWS Deep Learning Containers (DLC) o se puede 
descargar como un archivo binario.

Note

Para consultar las últimas actualizaciones y notas de la versión de la biblioteca, consulta 
también las notas de la versión de SageMaker Data Parallel en la documentación del SDK de 
SageMaker Python.

Temas

• PyTorch

• PyTorch Lightning

• Hugging Face Transformers

• TensorFlow (no disponible)

SageMaker biblioteca de paralelismo de datos distribuidos 3738

https://sagemaker.readthedocs.io/en/stable/api/training/smd_data_parallel_release_notes/smd_data_parallel_change_log.html


Amazon SageMaker Guía para desarrolladores

PyTorch

PyTorch versiones SageMaker versiones 
de paralelismo de 
datos distribuidos

URI de imagen 
integrada de
smdistributed-
dataparallel

URL del archivo 
binario**

v2.0.1 smdistributed-
dataparallel= 
=v2.0.1

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/pyto 
rch-training:2.0.1-
gpu-py310-cu118-u 
buntu20.04-sagemak 
er

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/2.0.1/cu118/2023- 
10-23/smdistribute 
d_dataparallel-2.0 
.1-cp310-cp310-lin 
ux_x86_64.whl

v2.0.0 smdistributed-
dataparallel= 
=v1.8.0

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:2.0.0-gpu-py310-
cu118-ubuntu20.04-
sagemaker

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/2.0.0/cu118/2023- 
03-20/smdistribute 
d_dataparallel-1.8 
.0-cp310-cp310-lin 
ux_x86_64.whl

v1.13.1 smdistributed-
dataparallel= 
=v1.7.0

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:1.13.1-gpu-py39-
cu117-ubuntu20.04-
sagemaker

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/1.13.1/cu117/2023 
-01-09/smdistribut 
ed_dataparallel-1. 
7.0-cp39-cp39-linu 
x_x86_64.whl

v1.12.1 smdistributed-
dataparallel= 
=v1.6.0

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:1.12.1-gpu-py38-

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/1.12.1/cu113/2022 

SageMaker biblioteca de paralelismo de datos distribuidos 3739



Amazon SageMaker Guía para desarrolladores

PyTorch versiones SageMaker versiones 
de paralelismo de 
datos distribuidos

URI de imagen 
integrada de
smdistributed-
dataparallel

URL del archivo 
binario**

cu113-ubuntu20.04-
sagemaker

-12-05/smdistribut 
ed_dataparallel-1. 
6.0-cp38-cp38-linu 
x_x86_64.whl

v1.12.0 smdistributed-
dataparallel= 
=v1.5.0

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:1.12.0-gpu-py38-
cu113-ubuntu20.04-
sagemaker

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/1.12.0/cu113/2022 
-07-01/smdistribut 
ed_dataparallel-1. 
5.0-cp38-cp38-linu 
x_x86_64.whl

v1.11.0 smdistributed-
dataparallel= 
=v1.4.1

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:1.11.0-gpu-py38-
cu113-ubuntu20.04-
sagemaker

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/1.11.0/cu113/2022 
-04-14/smdistribut 
ed_dataparallel-1. 
4.1-cp38-cp38-linu 
x_x86_64.whl

Note

El paralelismo de datos SageMaker distribuidos v1.4.0 y versiones posteriores funciona como 
un backend del paralelismo de datos distribuido ( PyTorchtorch.distributed) (torch.parallel). 
DistributedDataParallel). De acuerdo con el cambio, las siguientes API smdistributed para el 
paquete PyTorch distribuido están en desuso.

• smdistributed.dataparallel.torch.distributed está en desuso. Utilice el 
paquete torch.distributed en su lugar.
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• smdistributed.dataparallel.torch.parallel.DistributedDataParallel
está en desuso. Usa torch.nn.parallel. DistributedDataParallelAPI en su lugar.

Si necesita usar las versiones anteriores de la biblioteca (v1.3.0 o anteriores), consulte 
la documentación archivada sobre paralelismo de datos SageMaker distribuidos en la 
documentación del SDK de Python. SageMaker

** Las direcciones URL de los archivos binarios sirven para instalar el paralelismo de datos 
distribuidos en contenedores personalizados. SageMaker Para obtener más información, consulte
Cree su propio contenedor Docker con la biblioteca paralela de datos SageMaker distribuidos.

PyTorch Lightning

PyTorch 
Versiones 
Lightning

PyTorch 
versiones

SageMaker 
versiones de 
paralelismo de 
datos distribui 
dos

URI de imagen 
integrada de
smdistrib 
uted-data 
parallel

URL del archivo 
binario**

1.7.2

1.7.0

1.6.4

1.6.3

1.5.10

1.12.0 smdistrib 
uted-data 
parallel= 
=v1.5.0

763104351 
884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-
training:1.12.0-
gpu-py38-cu113- 
ubuntu20.04-
sagemaker

https://s 
mdatapara 
llel.s3.a 
mazonaws. 
com/binary/
pytorch/1.12.0/
cu113/2022 
-07-01/sm 
distribut 
ed_datapa 
rallel-1.5.0-
cp38-cp38-linu 
x_x86_64.whl
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Note

PyTorch Lightning y sus bibliotecas de utilidades, como Lightning Bolts, no vienen 
preinstaladas en los DLC. PyTorch Al crear un SageMaker PyTorch estimador y 
enviar una solicitud de trabajo de formación en el paso 2, es necesario proporcionarlo
requirements.txt para instalarlo pytorch-lightning y guardarlo lightning-bolts
en el contenedor de formación. SageMaker PyTorch

# requirements.txt
pytorch-lightning
lightning-bolts

Para obtener más información sobre cómo especificar el directorio de origen para colocar 
el requirements.txt archivo junto con el guion de formación y el envío de un trabajo, 
consulte Uso de bibliotecas de terceros en la documentación del SDK de Amazon 
SageMaker Python.

Hugging Face Transformers

Los AWS Deep Learning Containers de Hugging Face utilizan SageMaker los contenedores PyTorch 
de TensorFlow formación como imágenes base. Para buscar las versiones y versiones PyTorch 
combinadas de la biblioteca Hugging Face Transformers, consulta las versiones más recientes de
Hugging Face Containers TensorFlow y las versiones anteriores de Hugging Face Container.

TensorFlow (no disponible)

Important

La biblioteca SMDDP dejó de ofrecer soporte a los DLC TensorFlow y dejó de estar 
disponible en ellos a partir de la versión 2.11.0. TensorFlow En la siguiente tabla se 
enumeran los DLC anteriores con la biblioteca SMDDP instalada. TensorFlow
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TensorFlow versiones SageMaker versiones de paralelismo de datos 
distribuidos

2.9.1, 2.10.1, 2.11.0 smdistributed-dataparallel= 
=v1.4.1

2.8.3 smdistributed-dataparallel= 
=v1.3.0

Regiones de AWS

El paralelismo de datos SageMaker distribuidos está disponible en todos los lugares para los que 
SageMaker están Regiones de AWS en servicio los AWS Deep Learning Containers. Para obtener 
más información, consulte Imágenes de contenedores de aprendizaje profundo disponibles.

Tipos de instancias admitidas

El paralelismo de datos SageMaker distribuidos requiere uno de los siguientes tipos de instancias.

Tipo de instancia

ml.p4d.24xlarge

ml.p4de.24xlarge

Important

La biblioteca SMDDP dejó de ofrecer soporte para las instancias P3. La biblioteca SMDDP 
admite tipos de instancias equipados con las GPU NVIDIA A100 y EFA.

Para ver las especificaciones de los tipos de instancias, consulte la sección Computación acelerada
en la página de tipos de instancias de Amazon EC2. Para obtener información sobre los precios de 
las instancias, consulta Amazon SageMaker Pricing.

Si te aparece un mensaje de error similar al siguiente, sigue las instrucciones que se indican en
Solicitar un aumento de la cuota de servicio para SageMaker los recursos.
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ResourceLimitExceeded: An error occurred (ResourceLimitExceeded) when calling
the CreateTrainingJob operation: The account-level service limit 'ml.p3dn.24xlarge
for training job usage' is 0 Instances, with current utilization of 0 Instances
and a request delta of 1 Instances.
Please contact AWS support to request an increase for this limit.

Cómo ejecutar un trabajo de formación distribuido con la biblioteca de paralelismo de 
datos SageMaker distribuidos

La biblioteca de paralelismo de datos SageMaker distribuido (SMDDP) está diseñada para facilitar su 
uso y ofrecer una integración perfecta con ella. PyTorch

Cuando entrenes un modelo de aprendizaje profundo con la biblioteca SMDDP activada SageMaker, 
puedes centrarte en escribir el guion de entrenamiento y el modelo de entrenamiento.

Para empezar, importe la biblioteca SMDDP para utilizar sus operaciones colectivas optimizadas. 
AWS En los temas siguientes se proporcionan instrucciones sobre qué añadir al guion de 
entrenamiento en función de la operación colectiva que desee optimizar.

Temas

• Paso 1: Adapte su guion de entrenamiento para utilizar las operaciones colectivas del SMDDP

• Paso 2: Inicie un trabajo de formación distribuido con el SDK de SageMaker Python

Paso 1: Adapte su guion de entrenamiento para utilizar las operaciones colectivas del SMDDP

Los ejemplos de guiones de entrenamiento que se proporcionan en esta sección están simplificados 
y destacan solo los cambios necesarios para habilitar la biblioteca de paralelismo de datos 
SageMaker distribuido (SMDDP) en su guión de entrenamiento. Para ver ejemplos del cuaderno de 
end-to-end Jupyter que muestran cómo ejecutar un trabajo de formación distribuido con la biblioteca 
SMDDP, consulte. Ejemplos de cuadernos de formación SageMaker distribuidos de Amazon

Temas

• Utilice la biblioteca SMDDP en su guion de formación PyTorch

• Utilice la biblioteca SMDDP en su PyTorch script de entrenamiento de Lightning

• Utilice la biblioteca SMDDP en su script de TensorFlow entrenamiento (obsoleta)
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Utilice la biblioteca SMDDP en su guion de formación PyTorch

A partir de la biblioteca de paralelismo de datos SageMaker distribuido (SMDDP) v1.4.0, puede 
utilizar la biblioteca como una opción de backend para el paquete distribuido. PyTorch  Para usar el 
SMDDP AllReduce y las operaciones AllGather colectivas, solo necesita importar la biblioteca 
SMDDP al principio del guion de entrenamiento y configurar SMDDP como el servidor de los 
módulos distribuidos durante la inicialización del grupo de procesos. PyTorch Con la especificación 
de backend de una sola línea, puede mantener intactos todos los módulos distribuidos nativos 
PyTorch y todo el guion de formación. Los siguientes fragmentos de código muestran cómo utilizar 
la biblioteca SMDDP como backend de los paquetes de formación distribuidos PyTorch basados en
PyTorch datos: distributed data parallel (DDP), PyTorch fullded data paralelism (FSDP) y Megatron-.
DeepSpeedDeepSpeed

PyTorch Para DDP o FSDP

Inicialice el grupo de procesos de la siguiente manera.

import torch.distributed as dist
import smdistributed.dataparallel.torch.torch_smddp

dist.init_process_group(backend="smddp")

Note

(Solo para trabajos de PyTorch DDP) Actualmente, el smddp backend no admite la creación 
de grupos de subprocesos con la API. torch.distributed.new_group() Tampoco 
puedes usar el smddp backend simultáneamente con otros backends de grupos de procesos, 
como y. NCCL Gloo

Para DeepSpeed o Megatron- DeepSpeed

Inicialice el grupo de procesos de la siguiente manera.

import deepspeed
import smdistributed.dataparallel.torch.torch_smddp

deepspeed.init_distributed(dist_backend="smddp")
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Note

Para usar SMDDP AllGather con los lanzadores mpirun basados 
(smdistributedypytorchddp) integradosthe section called “Paso 2: Inicie un trabajo de 
formación distribuido”, también debes configurar la siguiente variable de entorno en tu script 
de entrenamiento.

export SMDATAPARALLEL_OPTIMIZE_SDP=true

Para obtener una guía general sobre cómo escribir un guion de entrenamiento del PyTorch FSDP, 
consulte Capacitación avanzada de modelos con datos completamente fragmentados en paralelo 
(FSDP) en la documentación. PyTorch

Para obtener orientación general sobre cómo escribir un guion de formación sobre PyTorch DDP, 
consulte Introducción a los datos distribuidos en paralelo en la PyTorch documentación.

Cuando haya terminado de adaptar su script de entrenamiento, continúe con Paso 2: Inicie un trabajo 
de formación distribuido con el SDK de SageMaker Python.

Utilice la biblioteca SMDDP en su PyTorch script de entrenamiento de Lightning

Si desea incorporar su script de entrenamiento PyTorchLightning y ejecutar un trabajo de 
entrenamiento paralelo de datos distribuidos SageMaker, puede ejecutar el trabajo de entrenamiento 
con cambios mínimos en su guión de entrenamiento. Los cambios necesarios incluyen los siguientes: 
importar los PyTorch módulos de la smdistributed.dataparallel biblioteca, configurar las 
variables de entorno para que PyTorch Lightning acepte las variables de SageMaker entorno 
predefinidas en el kit de herramientas de SageMaker formación y activar la biblioteca SMDDP 
configurando el backend del grupo de procesos en. "smddp" Para obtener más información, siga las 
siguientes instrucciones que desglosan los pasos con ejemplos de código.

Note

La compatibilidad con PyTorch Lightning está disponible en la biblioteca paralela de 
SageMaker datos v1.5.0 y versiones posteriores.

SageMaker biblioteca de paralelismo de datos distribuidos 3746

https://pytorch.org/tutorials/intermediate/FSDP_adavnced_tutorial.html
https://pytorch.org/tutorials/intermediate/FSDP_adavnced_tutorial.html
https://pytorch.org/tutorials/intermediate/ddp_tutorial.html
https://pytorch-lightning.readthedocs.io/en/latest/starter/introduction.html


Amazon SageMaker Guía para desarrolladores

PyTorch Lightning == v2.1.0 y == 2.0.1 PyTorch

1. Importe la biblioteca pytorch_lightning y los módulos
smdistributed.dataparallel.torch.

import lightning as pl
import smdistributed.dataparallel.torch.torch_smddp

2. Instancie el. LightningEnvironment

from lightning.fabric.plugins.environments.lightning import LightningEnvironment

env = LightningEnvironment()
env.world_size = lambda: int(os.environ["WORLD_SIZE"])
env.global_rank = lambda: int(os.environ["RANK"])

3. Para PyTorch DDP: crea un objeto de la clase DDPStrategy con "smddp" for
process_group_backend y "gpu" for accelerator y pásalo a la clase Trainer.

import lightning as pl
from lightning.pytorch.strategies import DDPStrategy

ddp = DDPStrategy( 
    cluster_environment=env,  
    process_group_backend="smddp",  
    accelerator="gpu"
)

trainer = pl.Trainer( 
    max_epochs=200,  
    strategy=ddp,  
    devices=num_gpus,  
    num_nodes=num_nodes
)

Para el PyTorch FSDP: crea un objeto de la clase FSDPStrategy (con la política de empaquetado 
que prefieras) con los términos"smddp" para process_group_backend y "gpu" para
accelerator y pásalo a la clase Trainer.

import lightning as pl
from lightning.pytorch.strategies import FSDPStrategy
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from functools import partial
from torch.distributed.fsdp.wrap import size_based_auto_wrap_policy

policy = partial( 
    size_based_auto_wrap_policy,  
    min_num_params=10000
)

fsdp = FSDPStrategy( 
    auto_wrap_policy=policy, 
    process_group_backend="smddp",  
    cluster_environment=env
)

trainer = pl.Trainer( 
    max_epochs=200,  
    strategy=fsdp,  
    devices=num_gpus,  
    num_nodes=num_nodes
)

Cuando haya terminado de adaptar su script de entrenamiento, continúe con Paso 2: Inicie un trabajo 
de formación distribuido con el SDK de SageMaker Python.

Note

Cuando se crea un SageMaker PyTorch estimador y se envía una solicitud de trabajo de 
formaciónthe section called “Paso 2: Inicie un trabajo de formación distribuido”, se debe 
proporcionar requirements.txt la instalación y el contenedor de formación. pytorch-
lightning lightning-bolts SageMaker PyTorch

# requirements.txt
pytorch-lightning
lightning-bolts

Para obtener más información sobre cómo especificar el directorio de origen para colocar 
el requirements.txt archivo junto con el guion de formación y el envío de un trabajo, 
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consulte Uso de bibliotecas de terceros en la documentación del SDK de Amazon 
SageMaker Python.

Utilice la biblioteca SMDDP en su script de TensorFlow entrenamiento (obsoleta)

Important

La biblioteca SMDDP dejó de ofrecer soporte a los DLC TensorFlow y dejó de estar 
disponible en ellos a partir de la versión 2.11.0 TensorFlow . Para encontrar los TensorFlow 
DLC anteriores con la biblioteca SMDDP instalada, consulte. the section called “Marcos 
admitidos”

Los siguientes pasos muestran cómo modificar un script de TensorFlow entrenamiento para utilizar 
SageMaker la biblioteca paralela de datos distribuidos. 

Las API de biblioteca están diseñadas para ser similares a las API de Horovod. Para obtener detalles 
adicionales sobre cada API que ofrece la biblioteca TensorFlow, consulte la documentación de la 
TensorFlow API paralela de datos SageMaker distribuidos.

Note

SageMaker distributed data parallel se adapta a los guiones de TensorFlow entrenamiento 
compuestos por módulos tf principales, excepto tf.keras los módulos. SageMaker 
distributed data parallel no es compatible TensorFlow con la implementación de Keras.

Note

La biblioteca de paralelismo de datos SageMaker distribuidos admite la precisión mixta 
automática (AMP) lista para usar. No se necesita ninguna acción adicional para habilitar 
AMP que no sean las modificaciones a nivel de marco de su script de entrenamiento. Si los 
gradientes están en el FP16, la biblioteca de paralelismo de SageMaker datos ejecuta su 
operación en el FP16. AllReduce Para obtener más información sobre la implementación 
de API de AMP en su script de entrenamiento, consulte los siguientes recursos:

• Marcos: en la documentación de rendimiento del aprendizaje TensorFlow profundo de 
NVIDIA
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• Precisión mixta automática para aprendizaje profundo en los Documentos para 
desarrolladores de NVIDIA

• TensorFlow API de precisión mixta en la TensorFlowdocumentación

1. Importa el TensorFlow cliente de la biblioteca e inicialízalo.

import smdistributed.dataparallel.tensorflow as sdp  
sdp.init()

2. Fijar cada GPU a un único proceso de smdistributed.dataparallel con local_rank: 
esto se refiere a la clasificación relativa del proceso dentro de un nodo determinado. La
sdp.tensorflow.local_rank() API le proporciona la clasificación local del dispositivo. 
El nodo principal es el rango 0 y los nodos de trabajo son de rango 1, 2, 3, etc. Esto se invoca 
en el siguiente bloque de código comosdp.local_rank(). set_memory_growthno está 
directamente relacionado con lo SageMaker distribuido, pero debe configurarse para el 
entrenamiento distribuido con TensorFlow.

gpus = tf.config.experimental.list_physical_devices('GPU')
for gpu in gpus: 
    tf.config.experimental.set_memory_growth(gpu, True)
if gpus: 
    tf.config.experimental.set_visible_devices(gpus[sdp.local_rank()], 'GPU')

3. Escale la tasa de aprendizaje según el número de trabajadores. La API
sdp.tensorflow.size() le proporciona el número de trabajadores del clúster. Esto se 
invoca en el siguiente código como sdp.size().

learning_rate = learning_rate * sdp.size()

4. Utilice el DistributedGradientTape de la biblioteca para optimizar las operaciones
AllReducedurante el entrenamiento. Esto envuelve tf.GradientTape. 

with tf.GradientTape() as tape: 
      output = model(input) 
      loss_value = loss(label, output) 
     
# SageMaker data parallel: Wrap tf.GradientTape with the library's 
 DistributedGradientTape
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tape = sdp.DistributedGradientTape(tape)

5. Transmite las variables de modelo iniciales desde el nodo principal (rango 0) a todos los 
nodos de trabajo (rangos 1 a n). Esto es necesario para garantizar una inicialización coherente 
en todos los rangos de trabajo. Utilice la API sdp.tensorflow.broadcast_variables
después de inicializar el modelo y las variables del optimizador. Esto se invoca en el siguiente 
bloque de código como sdp.broadcast_variables().

sdp.broadcast_variables(model.variables, root_rank=0)
sdp.broadcast_variables(opt.variables(), root_rank=0)

6. Por último, modifique su script para guardar los puntos de control solo en el nodo principal. 
El nodo principal tiene un modelo sincronizado. Esto también evita que los nodos de trabajo 
sobrescriban los puntos de control y, posiblemente, corrompa los puntos de control.

if sdp.rank() == 0: 
    checkpoint.save(checkpoint_dir)

El siguiente es un ejemplo de guion de TensorFlow formación para una formación distribuida con la 
biblioteca.

import tensorflow as tf

# SageMaker data parallel: Import the library TF API
import smdistributed.dataparallel.tensorflow as sdp

# SageMaker data parallel: Initialize the library
sdp.init()

gpus = tf.config.experimental.list_physical_devices('GPU')
for gpu in gpus: 
    tf.config.experimental.set_memory_growth(gpu, True)
if gpus: 
    # SageMaker data parallel: Pin GPUs to a single library process 
    tf.config.experimental.set_visible_devices(gpus[sdp.local_rank()], 'GPU')

# Prepare Dataset
dataset = tf.data.Dataset.from_tensor_slices(...)

# Define Model
mnist_model = tf.keras.Sequential(...)
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loss = tf.losses.SparseCategoricalCrossentropy()

# SageMaker data parallel: Scale Learning Rate
# LR for 8 node run : 0.000125
# LR for single node run : 0.001
opt = tf.optimizers.Adam(0.000125 * sdp.size())

@tf.function
def training_step(images, labels, first_batch): 
    with tf.GradientTape() as tape: 
        probs = mnist_model(images, training=True) 
        loss_value = loss(labels, probs) 

    # SageMaker data parallel: Wrap tf.GradientTape with the library's 
 DistributedGradientTape 
    tape = sdp.DistributedGradientTape(tape) 

    grads = tape.gradient(loss_value, mnist_model.trainable_variables) 
    opt.apply_gradients(zip(grads, mnist_model.trainable_variables)) 

    if first_batch: 
       # SageMaker data parallel: Broadcast model and optimizer variables 
       sdp.broadcast_variables(mnist_model.variables, root_rank=0) 
       sdp.broadcast_variables(opt.variables(), root_rank=0) 

    return loss_value

...

# SageMaker data parallel: Save checkpoints only from master node.
if sdp.rank() == 0: 
    checkpoint.save(checkpoint_dir)

Cuando haya terminado de adaptar su script de entrenamiento, pase a Paso 2: Inicie un trabajo de 
formación distribuido con el SDK de SageMaker Python.

Paso 2: Inicie un trabajo de formación distribuido con el SDK de SageMaker Python

Para ejecutar un trabajo de entrenamiento distribuido con su script adaptadothe section called 
“Paso 1: Adapte su guion de entrenamiento para utilizar las operaciones colectivas del SMDDP”, 
utilice el marco del SDK de SageMaker Python o estimadores genéricos especificando el script de 
entrenamiento preparado como un script de punto de entrada y la configuración de entrenamiento 
distribuida.
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En esta página, se explica cómo utilizar el SDK de SageMaker Python de dos maneras.

• Si desea adoptar rápidamente su trabajo de formación distribuida SageMaker, configure una 
SageMaker PyTorchclase estimadora de nuestro TensorFlowframework. El estimador del marco 
recoge el guion de entrenamiento y automáticamente coincide con el URI de imagen correcto de 
los Deep Learning Containers (DLC) prediseñados PyTorch o de los TensorFlow Deep Learning 
Containers (DLC), dado el valor especificado para el parámetro. framework_version

• Si desea ampliar uno de los contenedores prediseñados o crear un contenedor personalizado 
para crear su propio entorno de aprendizaje automático SageMaker, utilice la Estimator clase 
SageMaker genérica y especifique el URI de imagen del contenedor Docker personalizado alojado 
en su Amazon Elastic Container Registry (Amazon ECR).

Sus conjuntos de datos de entrenamiento deben almacenarse en Amazon S3 o Amazon FSx 
para Lustre en el Región de AWS en el que estás iniciando tu trabajo de entrenamiento. Si utilizas 
cuadernos de Jupyter, deberías tener una instancia de SageMaker notebook o una aplicación de 
SageMaker Studio Classic ejecutándose en la misma. Región de AWS Para obtener más información 
sobre cómo almacenar los datos de entrenamiento, consulta la documentación de entradas de datos 
del SDK de SageMaker Python.

Tip

Le recomendamos encarecidamente que utilice Amazon FSx for Lustre en lugar de Amazon 
S3 para mejorar el rendimiento del entrenamiento. Amazon FSx tiene un rendimiento mayor y 
una latencia menor que Amazon S3.

Elija uno de los siguientes temas para obtener instrucciones sobre cómo ejecutar un trabajo de 
formación distribuido a partir de su guion de formación. Tras iniciar un trabajo de formación, puede 
supervisar la utilización del sistema y el rendimiento del modelo mediante Utilice el depurador de 
Amazon SageMaker para depurar y mejorar el desempeño del modelo Amazon CloudWatch.

Siga las instrucciones de los siguientes temas para obtener más información sobre los detalles 
técnicos, pero también le recomendamos que pruebe Ejemplos de cuadernos de formación 
SageMaker distribuidos de Amazon para empezar.

Temas

• Uso de estimadores de framework en el SDK de Python SageMaker
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• Uso del estimador SageMaker genérico para ampliar los contenedores prediseñados

• Cree su propio contenedor Docker con la biblioteca paralela de datos SageMaker distribuidos

Uso de estimadores de framework en el SDK de Python SageMaker

Puede iniciar un entrenamiento distribuido añadiendo el distribution argumento a los 
estimadores del SageMaker marco, o. PyTorchTensorFlow Para obtener más información, elija 
uno de los marcos compatibles con la biblioteca de paralelismo de datos SageMaker distribuidos 
(SMDDP) de las siguientes selecciones.

PyTorch

Las siguientes opciones de inicio están disponibles para iniciar la formación distribuida. PyTorch

• pytorchddp— Esta opción ejecuta mpirun y configura las variables de entorno necesarias 
para ejecutar la formación PyTorch distribuida. SageMaker Para usar esta opción, pase el 
siguiente diccionario al distribution parámetro.

{ "pytorchddp": { "enabled": True } }

• torch_distributed— Esta opción ejecuta torchrun y configura las variables de entorno 
necesarias para ejecutar el entrenamiento PyTorch distribuido SageMaker. Para usar esta 
opción, pase el siguiente diccionario al distribution parámetro.

{ "torch_distributed": { "enabled": True } }

• smdistributed— Esta opción también se ejecutampirun, pero con smddprun ella se 
configuran las variables de entorno necesarias para ejecutar el entrenamiento PyTorch 
distribuido SageMaker.

{ "smdistributed": { "dataparallel": { "enabled": True } } }

Si opta por sustituir NCCL AllGather por SMDDPAllGather, puede utilizar las tres opciones. 
Elige una opción que se adapte a tu caso de uso.

Si opta por sustituir el NCCL AllReduce por el SMDDPAllReduce, debe elegir una de las 
opciones mpirun basadas: o. smdistributed pytorchddp También puede añadir opciones 
de MPI adicionales de la siguiente manera.
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{  
    "pytorchddp": { 
        "enabled": True,  
        "custom_mpi_options": "-verbose -x NCCL_DEBUG=VERSION" 
    }
}

{  
    "smdistributed": {  
        "dataparallel": { 
            "enabled": True,  
            "custom_mpi_options": "-verbose -x NCCL_DEBUG=VERSION" 
        } 
    }
}

El siguiente ejemplo de código muestra la estructura básica de un PyTorch estimador con 
opciones de entrenamiento distribuidas.

from sagemaker.pytorch import PyTorch

pt_estimator = PyTorch( 
    base_job_name="training_job_name_prefix", 
    source_dir="subdirectory-to-your-code", 
    entry_point="adapted-training-script.py", 
    role="SageMakerRole", 
    py_version="py310", 
    framework_version="2.0.1", 

    # For running a multi-node distributed training job, specify a value greater 
 than 1 
    # Example: 2,3,4,..8 
    instance_count=2, 

    # Instance types supported by the SageMaker data parallel library:  
    # ml.p4d.24xlarge, ml.p4de.24xlarge 
    instance_type="ml.p4d.24xlarge", 

    # Activate distributed training with SMDDP 
    distribution={ "pytorchddp": { "enabled": True } }  # mpirun, activates SMDDP 
 AllReduce OR AllGather 
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    # distribution={ "torch_distributed": { "enabled": True } }  # torchrun, 
 activates SMDDP AllGather 
    # distribution={ "smdistributed": { "dataparallel": { "enabled": True } } }  # 
 mpirun, activates SMDDP AllReduce OR AllGather
)

pt_estimator.fit("s3://bucket/path/to/training/data")

Note

PyTorch Lightning y sus bibliotecas de utilidades, como Lightning Bolts, no 
vienen preinstaladas en los DLC. SageMaker PyTorch Cree el siguiente archivo
requirements.txt y guárdelo en el directorio de origen donde guarda el script de 
entrenamiento.

# requirements.txt
pytorch-lightning
lightning-bolts

Por ejemplo, el directorio con estructura de árbol debería tener el siguiente aspecto.

### pytorch_training_launcher_jupyter_notebook.ipynb
### sub-folder-for-your-code 
    ###   adapted-training-script.py
    ###   requirements.txt

Para obtener más información sobre cómo especificar el directorio de origen para colocar 
el requirements.txt archivo junto con el guion de formación y el envío de un trabajo, 
consulte Uso de bibliotecas de terceros en la documentación del SDK de Amazon 
SageMaker Python.

Consideraciones para activar las operaciones colectivas de SMDDP y utilizar las opciones de 
iniciador de formación distribuidas adecuadas

• Actualmente, SMDDP AllReduce y SMDDP AllGather no son compatibles entre sí.

• El SMDDP AllReduce se activa de forma predeterminada cuando se utilizan
smdistributed opytorchddp, que son lanzadores mpirun basados en ellos, y cuando se 
utiliza el NCCL. AllGather
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• El SMDDP AllGather se activa de forma predeterminada cuando se utiliza el
torch_distributed lanzador y recurre a la NCCL. AllReduce

• El SMDDP también se AllGather puede activar cuando se utilizan los lanzadores mpirun
basados con una variable de entorno adicional configurada de la siguiente manera.

export SMDATAPARALLEL_OPTIMIZE_SDP=true

TensorFlow

Important

La biblioteca SMDDP dejó de ofrecer soporte a los DLC TensorFlow y ya no estará 
disponible en ellos a partir de la versión 2.11.0. TensorFlow Para encontrar los 
TensorFlow DLC anteriores con la biblioteca SMDDP instalada, consulte. the section 
called “TensorFlow (no disponible)”

from sagemaker.tensorflow import TensorFlow

tf_estimator = TensorFlow( 
    base_job_name = "training_job_name_prefix", 
    entry_point="adapted-training-script.py", 
    role="SageMakerRole", 
    framework_version="2.11.0", 
    py_version="py38", 

    # For running a multi-node distributed training job, specify a value greater 
 than 1 
    # Example: 2,3,4,..8 
    instance_count=2, 

    # Instance types supported by the SageMaker data parallel library:  
    # ml.p4d.24xlarge, ml.p3dn.24xlarge, and ml.p3.16xlarge
    instance_type="ml.p3.16xlarge", 

    # Training using the SageMaker data parallel distributed training strategy 
    distribution={ "smdistributed": { "dataparallel": { "enabled": True } } }
)
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tf_estimator.fit("s3://bucket/path/to/training/data")

Uso del estimador SageMaker genérico para ampliar los contenedores prediseñados

Puede personalizar los contenedores SageMaker prediseñados o ampliarlos para gestionar cualquier 
requisito funcional adicional de su algoritmo o modelo que no sea compatible con la imagen de 
SageMaker Docker prediseñada. Para ver un ejemplo de cómo ampliar un contenedor prediseñado, 
consulte Ampliar un contenedor prediseñado.

Para ampliar un contenedor prediseñado o adaptar su propio contenedor para usar la biblioteca, 
debe usar una de las imágenes que aparecen en Marcos admitidos.

Important

A partir de las TensorFlow versiones 2.4.1 y PyTorch 1.8.1, los DLC del framework admiten 
tipos de instancias compatibles con EFA (,). ml.p3dn.24xlarge ml.p4d.24xlarge Te 
recomendamos que utilices las imágenes del DLC que contengan las TensorFlow versiones 
2.4.1 o versiones posteriores y 1.8.1 o posteriores. PyTorch

Por ejemplo, si las usas PyTorch, tu Dockerfile debe contener una FROM declaración similar a la 
siguiente:

# SageMaker PyTorch image
FROM 763104351884.dkr.ecr.<aws-region>.amazonaws.com/pytorch-training:<image-tag>

ENV PATH="/opt/ml/code:${PATH}"

# this environment variable is used by the SageMaker PyTorch container to determine our 
 user code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

# /opt/ml and all subdirectories are utilized by SageMaker, use the /code subdirectory 
 to store your user code.
COPY train.py /opt/ml/code/train.py

# Defines cifar10.py as script entrypoint
ENV SAGEMAKER_PROGRAM train.py
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Puede personalizar aún más su propio contenedor Docker para que funcione con él SageMaker 
mediante el kit de herramientas de SageMaker formación y el archivo binario de la biblioteca paralela 
de SageMaker datos distribuidos. Para obtener más información, consulte las instrucciones de la 
siguiente sección.

Cree su propio contenedor Docker con la biblioteca paralela de datos SageMaker distribuidos

Para crear su propio contenedor Docker para el entrenamiento y usar la biblioteca paralela de 
SageMaker datos, debe incluir las dependencias correctas y los archivos binarios de las bibliotecas 
SageMaker paralelas distribuidas en su Dockerfile. En esta sección se proporcionan instrucciones 
sobre cómo crear un Dockerfile completo con el conjunto mínimo de dependencias para el 
entrenamiento distribuido sobre el SageMaker uso de la biblioteca data parallel.

Note

Esta opción personalizada de Docker con la biblioteca paralela de SageMaker datos como 
binaria solo está disponible para PyTorch.

Para crear un Dockerfile con el kit de herramientas de SageMaker formación y la biblioteca data 
parallel

1. Comience con una imagen de Docker de NVIDIA CUDA. Utilice las versiones para desarrolladores 
de cuDNN que contienen herramientas de desarrollo y tiempo de ejecución de CUDA 
(encabezados y bibliotecas) para compilar a partir del código fuente. PyTorch

FROM nvidia/cuda:11.3.1-cudnn8-devel-ubuntu20.04

Tip

Las imágenes oficiales del contenedor de aprendizaje profundo (DLC) de AWS se crean 
a partir de las imágenes base de NVIDIA CUDA. Si quieres usar las imágenes de DLC 
prediseñadas como referencia mientras sigues el resto de las instrucciones, consulta
AWSDeep Learning Containers for PyTorch  Dockerfiles.

2. Agregue los siguientes argumentos para especificar las versiones y otros paquetes. PyTorch 
Además, indique las rutas de los buckets de Amazon S3 a la biblioteca paralela de SageMaker 
datos y a otro software para utilizar AWS los recursos, como el complemento Amazon S3.
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Para utilizar versiones de bibliotecas de terceros distintas de las que se proporcionan en el 
siguiente ejemplo de código, le recomendamos que consulte los Dockerfiles oficiales de AWS 
Deep Learning Container PyTorch para encontrar versiones probadas, compatibles y adecuadas 
para su aplicación.

Para encontrar las direcciones URL del SMDATAPARALLEL_BINARY argumento, consulte las 
tablas de consulta en. Marcos admitidos

ARG PYTORCH_VERSION=1.10.2
ARG PYTHON_SHORT_VERSION=3.8
ARG EFA_VERSION=1.14.1
ARG SMDATAPARALLEL_BINARY=https://smdataparallel.s3.amazonaws.com/binary/pytorch/
${PYTORCH_VERSION}/cu113/2022-02-18/smdistributed_dataparallel-1.4.0-cp38-cp38-
linux_x86_64.whl
ARG PT_S3_WHL_GPU=https://aws-s3-plugin.s3.us-west-2.amazonaws.com/
binaries/0.0.1/1c3e69e/awsio-0.0.1-cp38-cp38-manylinux1_x86_64.whl
ARG CONDA_PREFIX="/opt/conda"
ARG BRANCH_OFI=1.1.3-aws

3. Configure las siguientes variables de entorno para crear correctamente los componentes de 
SageMaker entrenamiento y ejecutar la biblioteca data parallel. Estas variables se utilizan para los 
componentes en los pasos siguientes.

# Set ENV variables required to build PyTorch
ENV TORCH_CUDA_ARCH_LIST="7.0+PTX 8.0"
ENV TORCH_NVCC_FLAGS="-Xfatbin -compress-all"
ENV NCCL_VERSION=2.10.3

# Add OpenMPI to the path.
ENV PATH /opt/amazon/openmpi/bin:$PATH

# Add Conda to path
ENV PATH $CONDA_PREFIX/bin:$PATH

# Set this enviroment variable for SageMaker to launch SMDDP correctly.
ENV SAGEMAKER_TRAINING_MODULE=sagemaker_pytorch_container.training:main

# Add enviroment variable for processes to be able to call fork()
ENV RDMAV_FORK_SAFE=1

# Indicate the container type
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ENV DLC_CONTAINER_TYPE=training

# Add EFA and SMDDP to LD library path
ENV LD_LIBRARY_PATH="/opt/conda/lib/python${PYTHON_SHORT_VERSION}/site-packages/
smdistributed/dataparallel/lib:$LD_LIBRARY_PATH"
ENV LD_LIBRARY_PATH=/opt/amazon/efa/lib/:$LD_LIBRARY_PATH

4. Instale o actualice curl, wget y git para descargar y crear paquetes en los pasos siguientes.

RUN --mount=type=cache,id=apt-final,target=/var/cache/apt \ 
    apt-get update && apt-get install -y  --no-install-recommends \ 
        curl \ 
        wget \ 
        git \ 
    && rm -rf /var/lib/apt/lists/*

5. Instale el software Elastic Fabric Adapter (EFA) para la comunicación de red de Amazon EC2.

RUN DEBIAN_FRONTEND=noninteractive apt-get update
RUN mkdir /tmp/efa \ 
    && cd /tmp/efa \ 
    && curl --silent -O https://efa-installer.amazonaws.com/aws-efa-installer-
${EFA_VERSION}.tar.gz \ 
    && tar -xf aws-efa-installer-${EFA_VERSION}.tar.gz \ 
    && cd aws-efa-installer \ 
    && ./efa_installer.sh -y --skip-kmod -g \ 
    && rm -rf /tmp/efa

6. Instale Conda para gestionar la administración de paquetes.

RUN curl -fsSL -v -o ~/miniconda.sh -O  https://repo.anaconda.com/miniconda/
Miniconda3-latest-Linux-x86_64.sh  && \ 
    chmod +x ~/miniconda.sh && \ 
    ~/miniconda.sh -b -p $CONDA_PREFIX && \ 
    rm ~/miniconda.sh && \ 
    $CONDA_PREFIX/bin/conda install -y python=${PYTHON_SHORT_VERSION} conda-build 
 pyyaml numpy ipython && \ 
    $CONDA_PREFIX/bin/conda clean -ya

7. Obtenga, compile e instale PyTorch y sus dependencias. Creamos PyTorch a partir del código 
fuente porque necesitamos tener el control de la versión NCCL para garantizar la compatibilidad 
con el complemento AWSOFI NCCL.
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a. Siguiendo los pasos del docker PyTorch oficial, instalamos las dependencias de compilación y 
configuramos ccache para acelerar la recompilación.

RUN DEBIAN_FRONTEND=noninteractive \ 
    apt-get install -y --no-install-recommends \ 
        build-essential \ 
        ca-certificates \ 
        ccache \ 
        cmake \ 
        git \ 
        libjpeg-dev \ 
        libpng-dev \ 
    && rm -rf /var/lib/apt/lists/* 
   
# Setup ccache
RUN /usr/sbin/update-ccache-symlinks
RUN mkdir /opt/ccache && ccache --set-config=cache_dir=/opt/ccache

b. Instala las dependencias comunes y PyTorchde Linux.

# Common dependencies for PyTorch
RUN conda install astunparse numpy ninja pyyaml mkl mkl-include setuptools cmake 
 cffi typing_extensions future six requests dataclasses

# Linux specific dependency for PyTorch
RUN conda install -c pytorch magma-cuda113

c. Clona el PyTorch GitHubrepositorio.

RUN --mount=type=cache,target=/opt/ccache \ 
    cd / \ 
    && git clone --recursive https://github.com/pytorch/pytorch -b v
${PYTORCH_VERSION}

d. Instale y cree una versión específica de NCCL. Para ello, sustituye el contenido PyTorch de 
la carpeta NCCL predeterminada (/pytorch/third_party/nccl) por la versión NCCL 
específica del repositorio de NVIDIA. La versión NCCL se configuró en el paso 3 de esta guía.

RUN cd /pytorch/third_party/nccl \ 
    && rm -rf nccl \ 
    && git clone https://github.com/NVIDIA/nccl.git -b v${NCCL_VERSION}-1 \ 
    && cd nccl \ 
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    && make -j64 src.build CUDA_HOME=/usr/local/cuda NVCC_GENCODE="-
gencode=arch=compute_70,code=sm_70 -gencode=arch=compute_80,code=sm_80" \ 
    && make pkg.txz.build \ 
    && tar -xvf build/pkg/txz/nccl_*.txz -C $CONDA_PREFIX --strip-components=1

e. Compile e instale. PyTorch Este proceso suele tardar un poco más de 1 hora en completarse. 
Compilar con la versión NCCL descargada en un paso anterior.

RUN cd /pytorch \ 
    && CMAKE_PREFIX_PATH="$(dirname $(which conda))/../" \ 
    python setup.py install \ 
    && rm -rf /pytorch

8. Cree e instale el complemento OFI NCCL de AWS. Esto habilita el soporte de libfabric para la 
biblioteca paralela SageMaker de datos.

RUN DEBIAN_FRONTEND=noninteractive apt-get update \ 
    && apt-get install -y --no-install-recommends \ 
        autoconf \ 
        automake \ 
        libtool
RUN mkdir /tmp/efa-ofi-nccl \ 
    && cd /tmp/efa-ofi-nccl \ 
    && git clone https://github.com/aws/aws-ofi-nccl.git -b v${BRANCH_OFI} \ 
    && cd aws-ofi-nccl \ 
    && ./autogen.sh \ 
    && ./configure --with-libfabric=/opt/amazon/efa \ 
    --with-mpi=/opt/amazon/openmpi \ 
    --with-cuda=/usr/local/cuda \ 
    --with-nccl=$CONDA_PREFIX \ 
    && make \ 
    && make install \ 
    && rm -rf /tmp/efa-ofi-nccl

9. Compila e instala TorchVision.

RUN pip install --no-cache-dir -U \ 
    packaging \ 
    mpi4py==3.0.3
RUN cd /tmp \ 
    && git clone https://github.com/pytorch/vision.git -b v0.9.1 \ 
    && cd vision \ 
    && BUILD_VERSION="0.9.1+cu111" python setup.py install \ 
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    && cd /tmp \ 
    && rm -rf vision

10.Instale y configure OpenSSL. Se requiere OpenSSH para que MPI se comunique entre 
contenedores. Permita que OpenSSH se comunique con los contenedores sin necesidad de 
confirmación.

RUN apt-get update \ 
    && apt-get install -y  --allow-downgrades --allow-change-held-packages --no-
install-recommends \ 
    && apt-get install -y --no-install-recommends openssh-client openssh-server \ 
    && mkdir -p /var/run/sshd \ 
    && cat /etc/ssh/ssh_config | grep -v StrictHostKeyChecking > /etc/ssh/
ssh_config.new \ 
    && echo "    StrictHostKeyChecking no" >> /etc/ssh/ssh_config.new \ 
    && mv /etc/ssh/ssh_config.new /etc/ssh/ssh_config \ 
    && rm -rf /var/lib/apt/lists/*

# Configure OpenSSH so that nodes can communicate with each other
RUN mkdir -p /var/run/sshd && \ 
 sed 's@session\s*required\s*pam_loginuid.so@session optional pam_loginuid.so@g' -i /
etc/pam.d/sshd
RUN rm -rf /root/.ssh/ && \ 
 mkdir -p /root/.ssh/ && \ 
 ssh-keygen -q -t rsa -N '' -f /root/.ssh/id_rsa && \ 
 cp /root/.ssh/id_rsa.pub /root/.ssh/authorized_keys \ 
 && printf "Host *\n StrictHostKeyChecking no\n" >> /root/.ssh/config

11.Instale el complemento PT S3 para acceder de manera eficiente a los conjuntos de datos de 
Amazon S3.

RUN pip install --no-cache-dir -U ${PT_S3_WHL_GPU}
RUN mkdir -p /etc/pki/tls/certs && cp /etc/ssl/certs/ca-certificates.crt /etc/pki/
tls/certs/ca-bundle.crt

12.Instale la biblioteca libboost. Este paquete es necesario para conectar en red la funcionalidad de 
E/S asíncrona de la biblioteca SageMaker paralela de datos.

WORKDIR /
RUN wget https://sourceforge.net/projects/boost/files/boost/1.73.0/
boost_1_73_0.tar.gz/download -O boost_1_73_0.tar.gz \ 
    && tar -xzf boost_1_73_0.tar.gz \ 
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    && cd boost_1_73_0 \ 
    && ./bootstrap.sh \ 
    && ./b2 threading=multi --prefix=${CONDA_PREFIX} -j 64 cxxflags=-fPIC cflags=-
fPIC install || true \ 
    && cd .. \ 
    && rm -rf boost_1_73_0.tar.gz \ 
    && rm -rf boost_1_73_0 \ 
    && cd ${CONDA_PREFIX}/include/boost

13.Instale las siguientes SageMaker herramientas de formación. PyTorch

WORKDIR /root
RUN pip install --no-cache-dir -U \ 
    smclarify \ 
    "sagemaker>=2,<3" \ 
    sagemaker-experiments==0.* \ 
    sagemaker-pytorch-training

14.Por último, instale el binario paralelo de SageMaker datos y las dependencias restantes.

RUN --mount=type=cache,id=apt-final,target=/var/cache/apt \ 
  apt-get update && apt-get install -y  --no-install-recommends \ 
  jq \ 
  libhwloc-dev \ 
  libnuma1 \ 
  libnuma-dev \ 
  libssl1.1 \ 
  libtool \ 
  hwloc \ 
  && rm -rf /var/lib/apt/lists/*

RUN SMDATAPARALLEL_PT=1 pip install --no-cache-dir ${SMDATAPARALLEL_BINARY}

15.Cuando termine de crear el Dockerfile, consulte Adaptación de su propio contenedor de formación
para obtener información sobre cómo crear el contenedor de Docker, alojarlo en Amazon ECR y 
ejecutar un trabajo de formación con el SDK de Python. SageMaker

El siguiente código de ejemplo muestra un dockerfile completo tras combinar todos los bloques de 
código anteriores.

# This file creates a docker image with minimum dependencies to run SageMaker data 
 parallel training
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FROM nvidia/cuda:11.3.1-cudnn8-devel-ubuntu20.04

# Set appropiate versions and location for components
ARG PYTORCH_VERSION=1.10.2
ARG PYTHON_SHORT_VERSION=3.8
ARG EFA_VERSION=1.14.1
ARG SMDATAPARALLEL_BINARY=https://smdataparallel.s3.amazonaws.com/binary/pytorch/
${PYTORCH_VERSION}/cu113/2022-02-18/smdistributed_dataparallel-1.4.0-cp38-cp38-
linux_x86_64.whl
ARG PT_S3_WHL_GPU=https://aws-s3-plugin.s3.us-west-2.amazonaws.com/
binaries/0.0.1/1c3e69e/awsio-0.0.1-cp38-cp38-manylinux1_x86_64.whl
ARG CONDA_PREFIX="/opt/conda"
ARG BRANCH_OFI=1.1.3-aws

# Set ENV variables required to build PyTorch
ENV TORCH_CUDA_ARCH_LIST="3.7 5.0 7.0+PTX 8.0"
ENV TORCH_NVCC_FLAGS="-Xfatbin -compress-all"
ENV NCCL_VERSION=2.10.3

# Add OpenMPI to the path.
ENV PATH /opt/amazon/openmpi/bin:$PATH

# Add Conda to path
ENV PATH $CONDA_PREFIX/bin:$PATH

# Set this enviroment variable for SageMaker to launch SMDDP correctly.
ENV SAGEMAKER_TRAINING_MODULE=sagemaker_pytorch_container.training:main

# Add enviroment variable for processes to be able to call fork()
ENV RDMAV_FORK_SAFE=1

# Indicate the container type
ENV DLC_CONTAINER_TYPE=training

# Add EFA and SMDDP to LD library path
ENV LD_LIBRARY_PATH="/opt/conda/lib/python${PYTHON_SHORT_VERSION}/site-packages/
smdistributed/dataparallel/lib:$LD_LIBRARY_PATH"
ENV LD_LIBRARY_PATH=/opt/amazon/efa/lib/:$LD_LIBRARY_PATH

# Install basic dependencies to download and build other dependencies
RUN --mount=type=cache,id=apt-final,target=/var/cache/apt \ 
  apt-get update && apt-get install -y  --no-install-recommends \ 
  curl \ 
  wget \ 
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  git \ 
  && rm -rf /var/lib/apt/lists/*

# Install EFA.
# This is required for SMDDP backend communication
RUN DEBIAN_FRONTEND=noninteractive apt-get update
RUN mkdir /tmp/efa \ 
    && cd /tmp/efa \ 
    && curl --silent -O https://efa-installer.amazonaws.com/aws-efa-installer-
${EFA_VERSION}.tar.gz \ 
    && tar -xf aws-efa-installer-${EFA_VERSION}.tar.gz \ 
    && cd aws-efa-installer \ 
    && ./efa_installer.sh -y --skip-kmod -g \ 
    && rm -rf /tmp/efa

# Install Conda
RUN curl -fsSL -v -o ~/miniconda.sh -O  https://repo.anaconda.com/miniconda/Miniconda3-
latest-Linux-x86_64.sh  && \ 
    chmod +x ~/miniconda.sh && \ 
    ~/miniconda.sh -b -p $CONDA_PREFIX && \ 
    rm ~/miniconda.sh && \ 
    $CONDA_PREFIX/bin/conda install -y python=${PYTHON_SHORT_VERSION} conda-build 
 pyyaml numpy ipython && \ 
    $CONDA_PREFIX/bin/conda clean -ya

# Install PyTorch.
# Start with dependencies listed in official PyTorch dockerfile
# https://github.com/pytorch/pytorch/blob/master/Dockerfile
RUN DEBIAN_FRONTEND=noninteractive \ 
    apt-get install -y --no-install-recommends \ 
        build-essential \ 
        ca-certificates \ 
        ccache \ 
        cmake \ 
        git \ 
        libjpeg-dev \ 
        libpng-dev && \ 
    rm -rf /var/lib/apt/lists/*

# Setup ccache
RUN /usr/sbin/update-ccache-symlinks
RUN mkdir /opt/ccache && ccache --set-config=cache_dir=/opt/ccache

# Common dependencies for PyTorch
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RUN conda install astunparse numpy ninja pyyaml mkl mkl-include setuptools cmake cffi 
 typing_extensions future six requests dataclasses

# Linux specific dependency for PyTorch
RUN conda install -c pytorch magma-cuda113

# Clone PyTorch
RUN --mount=type=cache,target=/opt/ccache \ 
    cd / \ 
    && git clone --recursive https://github.com/pytorch/pytorch -b v${PYTORCH_VERSION}
# Note that we need to use the same NCCL version for PyTorch and OFI plugin.
# To enforce that, install NCCL from source before building PT and OFI plugin.

# Install NCCL.
# Required for building OFI plugin (OFI requires NCCL's header files and library)
RUN cd /pytorch/third_party/nccl \ 
    && rm -rf nccl \ 
    && git clone https://github.com/NVIDIA/nccl.git -b v${NCCL_VERSION}-1 \ 
    && cd nccl \ 
    && make -j64 src.build CUDA_HOME=/usr/local/cuda NVCC_GENCODE="-
gencode=arch=compute_70,code=sm_70 -gencode=arch=compute_80,code=sm_80" \ 
    && make pkg.txz.build \ 
    && tar -xvf build/pkg/txz/nccl_*.txz -C $CONDA_PREFIX --strip-components=1

# Build and install PyTorch.
RUN cd /pytorch \ 
    && CMAKE_PREFIX_PATH="$(dirname $(which conda))/../" \ 
    python setup.py install \ 
    && rm -rf /pytorch

RUN ccache -C

# Build and install OFI plugin. \
# It is required to use libfabric.
RUN DEBIAN_FRONTEND=noninteractive apt-get update \ 
    && apt-get install -y --no-install-recommends \ 
        autoconf \ 
        automake \ 
        libtool
RUN mkdir /tmp/efa-ofi-nccl \ 
    && cd /tmp/efa-ofi-nccl \ 
    && git clone https://github.com/aws/aws-ofi-nccl.git -b v${BRANCH_OFI} \ 
    && cd aws-ofi-nccl \ 
    && ./autogen.sh \ 
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    && ./configure --with-libfabric=/opt/amazon/efa \ 
        --with-mpi=/opt/amazon/openmpi \ 
        --with-cuda=/usr/local/cuda \ 
        --with-nccl=$CONDA_PREFIX \ 
    && make \ 
    && make install \ 
    && rm -rf /tmp/efa-ofi-nccl

# Build and install Torchvision
RUN pip install --no-cache-dir -U \ 
    packaging \ 
    mpi4py==3.0.3
RUN cd /tmp \ 
    && git clone https://github.com/pytorch/vision.git -b v0.9.1 \ 
    && cd vision \ 
    && BUILD_VERSION="0.9.1+cu111" python setup.py install \ 
    && cd /tmp \ 
    && rm -rf vision

# Install OpenSSH.
# Required for MPI to communicate between containers, allow OpenSSH to talk to 
 containers without asking for confirmation
RUN apt-get update \ 
    && apt-get install -y  --allow-downgrades --allow-change-held-packages --no-
install-recommends \ 
    && apt-get install -y --no-install-recommends openssh-client openssh-server \ 
    && mkdir -p /var/run/sshd \ 
    && cat /etc/ssh/ssh_config | grep -v StrictHostKeyChecking > /etc/ssh/
ssh_config.new \ 
    && echo "    StrictHostKeyChecking no" >> /etc/ssh/ssh_config.new \ 
    && mv /etc/ssh/ssh_config.new /etc/ssh/ssh_config \ 
    && rm -rf /var/lib/apt/lists/*
# Configure OpenSSH so that nodes can communicate with each other
RUN mkdir -p /var/run/sshd && \ 
    sed 's@session\s*required\s*pam_loginuid.so@session optional pam_loginuid.so@g' -
i /etc/pam.d/sshd
RUN rm -rf /root/.ssh/ && \ 
    mkdir -p /root/.ssh/ && \ 
    ssh-keygen -q -t rsa -N '' -f /root/.ssh/id_rsa && \ 
    cp /root/.ssh/id_rsa.pub /root/.ssh/authorized_keys \ 
    && printf "Host *\n StrictHostKeyChecking no\n" >> /root/.ssh/config

# Install PT S3 plugin.
# Required to efficiently access datasets in Amazon S3
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RUN pip install --no-cache-dir -U ${PT_S3_WHL_GPU}
RUN mkdir -p /etc/pki/tls/certs && cp /etc/ssl/certs/ca-certificates.crt /etc/pki/tls/
certs/ca-bundle.crt

# Install libboost from source.
# This package is needed for smdataparallel functionality (for networking asynchronous 
 IO).
WORKDIR /
RUN wget https://sourceforge.net/projects/boost/files/boost/1.73.0/boost_1_73_0.tar.gz/
download -O boost_1_73_0.tar.gz \ 
    && tar -xzf boost_1_73_0.tar.gz \ 
    && cd boost_1_73_0 \ 
    && ./bootstrap.sh \ 
    && ./b2 threading=multi --prefix=${CONDA_PREFIX} -j 64 cxxflags=-fPIC cflags=-fPIC 
 install || true \ 
    && cd .. \ 
    && rm -rf boost_1_73_0.tar.gz \ 
    && rm -rf boost_1_73_0 \ 
    && cd ${CONDA_PREFIX}/include/boost

# Install SageMaker PyTorch training.
WORKDIR /root
RUN pip install --no-cache-dir -U \ 
    smclarify \ 
    "sagemaker>=2,<3" \ 
    sagemaker-experiments==0.* \ 
    sagemaker-pytorch-training

# Install SageMaker data parallel binary (SMDDP)
# Start with dependencies
RUN --mount=type=cache,id=apt-final,target=/var/cache/apt \ 
    apt-get update && apt-get install -y  --no-install-recommends \ 
        jq \ 
        libhwloc-dev \ 
        libnuma1 \ 
        libnuma-dev \ 
        libssl1.1 \ 
        libtool \ 
        hwloc \ 
    && rm -rf /var/lib/apt/lists/*

# Install SMDDP
RUN SMDATAPARALLEL_PT=1 pip install --no-cache-dir ${SMDATAPARALLEL_BINARY}
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Tip

Para obtener más información general sobre cómo crear un Dockerfile personalizado para la 
formación SageMaker, consulte Use sus propios algoritmos de entrenamiento.

Tip

Si desea ampliar el Dockerfile personalizado para incorporar la biblioteca SageMaker 
paralela de modelos, consulte. Cree su propio contenedor Docker con la biblioteca paralela 
de modelos distribuidos SageMaker

Consejos de configuración para la biblioteca de paralelismo de datos SageMaker 
distribuidos

Revise los siguientes consejos antes de usar la biblioteca de paralelismo de datos SageMaker 
distribuidos (SMDDP). Esta lista incluye sugerencias que se aplican en todos los marcos.

Temas

• Preprocesamiento de datos

• Nodos únicos frente a nodos múltiples

• Depure la eficiencia del escalado con Debugger

• Tamaño de lote

• Opciones de MPI personalizadas

• Utilice Amazon FSx y configure una capacidad óptima de almacenamiento y rendimiento

Preprocesamiento de datos

Si preprocesas los datos durante el entrenamiento con una biblioteca externa que utiliza la CPU, 
es posible que te encuentres con un cuello de botella en la CPU, ya que SageMaker los datos 
distribuidos en paralelo utilizan la CPU para las operaciones. AllReduce Puede mejorar el tiempo 
de entrenamiento trasladando los pasos de preprocesamiento a una biblioteca que utilice GPU o 
completando todo el preprocesamiento antes del entrenamiento.
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Nodos únicos frente a nodos múltiples

Le recomendamos que utilice esta biblioteca con varios nodos. Es posible utilizar la biblioteca 
con una configuración de un solo host y varios dispositivos (por ejemplo, una sola instancia de 
procesamiento de machine learning con varias GPU); sin embargo, cuando se utilizan dos o más 
nodos, la operación AllReduce de la biblioteca mejora considerablemente el rendimiento. Además, 
en un único host, NVLink ya contribuye a la eficiencia AllReduce dentro del nodo.

Depure la eficiencia del escalado con Debugger

Puede utilizar Amazon SageMaker Debugger para supervisar y visualizar el uso de la CPU y la 
GPU y otras métricas de interés durante el entrenamiento. Puede utilizar las reglas integradas del 
depurador para monitorizar los problemas de rendimiento computacional, como CPUBottleneck,
LoadBalancing y LowGPUUtilization. Puede especificar estas reglas con las configuraciones 
del depurador al definir un estimador del SDK de Amazon SageMaker Python. Si utilizas AWS CLI y 
con AWS SDK for Python (Boto3) fines de formación SageMaker, puedes habilitar el depurador como 
se muestra en Configurar el SageMaker depurador mediante la API de Amazon SageMaker .

Para ver un ejemplo del uso de Debugger en un trabajo de SageMaker formación, puede consultar 
uno de los ejemplos de cuadernos del repositorio Notebook SageMaker Examples. GitHub  Para 
obtener más información sobre Debugger, consulte Amazon SageMaker Debugger.

Tamaño de lote

En el entrenamiento distribuido, a medida que se agreguen más nodos, el tamaño de los lotes 
debería aumentar proporcionalmente. Para mejorar la velocidad de convergencia a medida que 
añade más nodos a su trabajo de entrenamiento y aumenta el tamaño de los lotes globales, aumente 
la tasa de aprendizaje.

Una forma de lograrlo es mediante un calentamiento gradual de la tasa de aprendizaje, en el que la 
tasa de aprendizaje aumente de un valor pequeño a uno grande a medida que avanza el trabajo de 
entrenamiento. Esta rampa evita un aumento repentino de la tasa de aprendizaje, lo que permite una 
convergencia saludable al inicio del entrenamiento. Por ejemplo, puede utilizar una regla de escalado 
lineal según la cual cada vez que el tamaño del minilote se multiplique por k, la tasa de aprendizaje 
también se multiplique por k. Para obtener más información sobre esta técnica, consulte el paper de 
investigación Accurate, Large Minibatch SGD: Training ImageNet in 1 Hour, secciones 2 y 3.

Opciones de MPI personalizadas

La biblioteca paralela de datos SageMaker distribuidos emplea la interfaz de paso de mensajes 
(MPI), un estándar popular para gestionar la comunicación entre los nodos de un clúster de alto 
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rendimiento, y utiliza la biblioteca NCCL de NVIDIA para la comunicación a nivel de la GPU. 
Cuando utilizas la biblioteca paralela de datos con un Pytorch TensorFlow o PytorchEstimator, el 
contenedor correspondiente configura el entorno MPI y ejecuta el mpirun comando para iniciar las 
tareas en los nodos del clúster.

Puede configurar operaciones de MPI personalizadas mediante el parámetro
custom_mpi_options en el Estimator. Todos los mpirun indicadores que se pasen en este 
campo se añadirán al mpirun comando y serán ejecutados por ellos con fines de entrenamiento. 
SageMaker Por ejemplo, puede definir el parámetro distribution de un Estimator utilizando lo 
siguiente para utilizar la variable NCCL_DEBUG para imprimir la versión NCCL al inicio del programa:

distribution = {'smdistributed':{'dataparallel':{'enabled': True, "custom_mpi_options": 
 "-verbose -x NCCL_DEBUG=VERSION"}}}

Utilice Amazon FSx y configure una capacidad óptima de almacenamiento y rendimiento

Al entrenar un modelo en varios nodos con paralelismo de datos distribuido, se recomienda 
encarecidamente utilizar FSx para Lustre. Amazon FSx es un servicio de almacenamiento escalable 
y de alto rendimiento que admite el almacenamiento de archivos compartidos con un rendimiento 
más rápido. Con el almacenamiento de Amazon FSx a escala, puede lograr una velocidad de carga 
de datos más rápida en todos los nodos de procesamiento.

Por lo general, con el paralelismo de datos distribuidos, es de esperar que el rendimiento total 
del entrenamiento se amplíe casi linealmente con la cantidad de GPU. Sin embargo, si utiliza un 
almacenamiento de Amazon FSx subóptimo, es posible que el rendimiento del entrenamiento 
disminuya debido al bajo rendimiento de Amazon FSx.

Por ejemplo, si utiliza el tipo de implementación SCRATCH_2 del sistema de archivos Amazon FSx
con una capacidad de almacenamiento mínima de 1,2 TiB, la capacidad de rendimiento de E/S es 
de 240 MB/s. El almacenamiento de Amazon FSx funciona de forma que puede asignar dispositivos 
de almacenamiento físico y, cuantos más dispositivos se asignen, mayor rendimiento obtendrá. El 
incremento de almacenamiento más pequeño para el tipo SRATCH_2 es de 1,2 TiB y la ganancia de 
rendimiento correspondiente es de 240 MB/s.

Suponga que tiene un modelo para entrenar en un clúster de 4 nodos con un conjunto de datos 
de 100 GB. Con un tamaño de lote determinado que esté optimizado para el clúster, suponga que 
el modelo puede completar una época en unos 30 segundos. En este caso, la velocidad de E/
S mínima requerida es de aproximadamente 3 Gb/s (100 GB/ 30 s). Aparentemente, este es un 
requisito de rendimiento mucho mayor que el de 240 MB/s. Con una capacidad de Amazon FSx tan 
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limitada, escalar su trabajo de entrenamiento distribuido a clústeres más grandes podría agravar 
los problemas de los cuellos de botella de E/S; el rendimiento del entrenamiento de modelos podría 
mejorar en épocas posteriores a medida que se acumule la memoria caché, pero el rendimiento de 
Amazon FSx puede seguir siendo un cuello de botella.

Para aligerar estos problemas de cuellos de botella de E/S, debe aumentar el tamaño de 
almacenamiento de Amazon FSx para obtener una mayor capacidad de rendimiento. Por lo general, 
para encontrar un rendimiento de E/S óptimo, puede experimentar con diferentes capacidades de 
rendimiento de Amazon FSx y asignar un rendimiento igual o ligeramente inferior al estimado, hasta 
que descubra que es suficiente para resolver los problemas de cuello de botella de E/S. En el caso 
del ejemplo mencionado anteriormente, el almacenamiento Amazon FSx con un rendimiento de 2,4 
GB/s y una caché RAM de 67 GB sería suficiente. Si el sistema de archivos tiene un rendimiento 
óptimo, el rendimiento de entrenamiento del modelo debería alcanzar el máximo inmediatamente o 
después de la primera fase a medida que se acumule la memoria caché.

Para obtener más información sobre cómo aumentar los tipos de almacenamiento e implementación 
de Amazon FSx, consulte las siguientes páginas de la documentación de Amazon FSx para Lustre:

• Cómo aumentar la capacidad de almacenamiento

• Rendimiento agregado del sistema de archivos

Preguntas frecuentes sobre la SageMaker biblioteca de paralelismo de datos 
distribuidos de Amazon

Utilice lo siguiente para encontrar respuestas a las preguntas más frecuentes acerca de la biblioteca 
SMDDP.

P: Cuando utiliza la biblioteca, ¿cómo se gestionan las instancias de CPU compatibles con
allreduce? ¿Debo crear clústeres de CPU-GPU heterogéneos o el SageMaker servicio crea C5 
adicionales para los trabajos que utilizan la biblioteca SMDDP?

La biblioteca SMDDP solo admite instancias de GPU, más específicamente, instancias P4d y 
P4de con GPU NVIDIA A100 y EFA. No se lanzan instancias C5 o CPU adicionales; si su trabajo 
de SageMaker formación se realiza en un clúster P4d de 8 nodos, solo se utilizan 8 instancias.
ml.p4d.24xlarge No se aprovisionan instancias adicionales.

P: Tengo un trabajo de entrenamiento que tarda 5 días en una sola instancia de ml.p3.24xlarge
con un conjunto de hiperparámetros H1 (tasa de aprendizaje, tamaño de lote, optimizador, etc.). ¿Es 
suficiente usar SageMaker la biblioteca de paralelismo de datos y un clúster cinco veces más grande 
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para lograr una aceleración aproximada de cinco veces? ¿O tengo que revisar sus hiperparámetros 
de entrenamiento después de activar la biblioteca SMDDP?

La biblioteca cambia el tamaño total del lote. El nuevo tamaño general del lote se escala linealmente 
con la cantidad de instancias de entrenamiento utilizadas. Como resultado de esto, hay que cambiar 
los hiperparámetros, como la tasa de aprendizaje, para garantizar la convergencia.

P: ¿La biblioteca SMDDP es compatible con Spot?

Sí. Cómo utilizar el entrenamiento puntual gestionado. La ruta al archivo de puntos de control se 
especifica en el SageMaker trabajo de formación. Se habilitan los puntos de control para guardar y 
restaurar en su script de entrenamiento, tal como se menciona en los últimos pasos de the section 
called “TensorFlow (obsoleto)” y the section called “PyTorch”.

P: ¿La biblioteca SMDDP es relevante en una configuración de un solo host y varios dispositivos?

Es posible utilizar la biblioteca en el entrenamiento con un solo host y varios dispositivos, pero solo 
ofrece mejoras de rendimiento en el entrenamiento con varios hosts.

P: ¿Dónde debe almacenarse el conjunto de datos de entrenamiento?

El conjunto de datos de entrenamiento puede almacenarse en un bucket de Amazon S3 o en una 
unidad de Amazon FSx. Consulte este documento para conocer varios sistemas de archivos de 
entrada compatibles para un trabajo de entrenamiento.

P: Cuando se utiliza la biblioteca SMDDP, ¿es obligatorio tener datos de entrenamiento en FSx for 
Lustre? ¿Se pueden utilizar Amazon EFS y Amazon S3?

Por lo general, le recomendamos que utilice Amazon FSx debido a su menor latencia y mayor 
rendimiento. Si lo prefiere, puede utilizar Amazon EFS o Amazon S3.

P: ¿Se puede utilizar la biblioteca con nodos de CPU?

No. Para encontrar los tipos de instancias compatibles con la biblioteca SMDDP, consulte. the 
section called “Tipos de instancias admitidas”

P: ¿Qué marcos y versiones de marcos admite actualmente la biblioteca SMDDP en el momento del 
lanzamiento?

la biblioteca SMDDP admite actualmente la PyTorch versión 1.6.0 o posterior y la versión 2.3.0 
o posterior. TensorFlow No es compatible con la versión 1.x. TensorFlow Para obtener más 
información sobre qué versión de la biblioteca SMDDP se incluye en los contenedores de AWS deep 
learning, consulte Release Notes for Deep Learning Containers.
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P: ¿La biblioteca admite AMP?

Sí, la biblioteca SMDDP es compatible con la precisión mixta automática (AMP) desde el 
primer momento. No se necesita ninguna acción adicional para habilitar AMP que no sean las 
modificaciones a nivel de marco de su script de entrenamiento. Si los gradientes están en la FP16, 
la biblioteca de paralelismo de SageMaker datos ejecuta su operación en la FP16. AllReduce Para 
obtener más información sobre la implementación de API de AMP en su script de entrenamiento, 
consulte los siguientes recursos:

• Marcos: en la documentación de NVIDIA Deep PyTorch Learning Performance
• Marcos: TensorFlow en la documentación de NVIDIA Deep Learning Performace
• Precisión mixta automática para aprendizaje profundo en los Documentos para desarrolladores de 

NVIDIA
• En el blog presentamos la precisión mixta PyTorch automática nativa para un entrenamiento más 

rápido con las GPU NVIDIA PyTorch
• TensorFlow API de precisión mixta en la documentación TensorFlow

P: ¿Cómo identifico si mi trabajo de entrenamiento distribuido se ralentiza debido a un cuello de 
botella de E/S?

Con un clúster más grande, el trabajo de entrenamiento requiere más rendimiento de E/S y, por lo 
tanto, el rendimiento del entrenamiento podría tardar más (más épocas) en aumentar el rendimiento 
máximo. Esto indica que E/S está teniendo cuellos de botella y que el caché es más difícil de crear a 
medida que aumenta la escala de los nodos (mayor requerimiento de rendimiento, topología de red 
más compleja). Para obtener más información sobre la supervisión del rendimiento de Amazon FSx 
activado CloudWatch, consulte Monitoring FSx for Lustre en la Guía del usuario de FSx for Lustre.

P: ¿Cómo puedo resolver los cuellos de botella de E/S al ejecutar un trabajo de entrenamiento 
distribuido con paralelismo de datos?

Le recomendamos encarecidamente que utilice Amazon FSx como canal de datos si utiliza Amazon 
S3. Si ya utiliza Amazon FSx pero sigue teniendo problemas de cuello de botella de E/S, es posible 
que haya configurado el sistema de archivos Amazon FSx con un bajo rendimiento de E/S y una 
pequeña capacidad de almacenamiento. Para obtener más información sobre cómo estimar y elegir 
el tamaño correcto de la capacidad de rendimiento de E/S, consulteUtilice Amazon FSx y configure 
una capacidad óptima de almacenamiento y rendimiento.

P: (Para la biblioteca v1.4.0 o versiones posteriores) ¿Cómo puedo resolver el error Invalid 
backend al inicializar el grupo de procesos?
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Si aparece el mensaje de error ValueError: Invalid backend: 'smddp'
al llamarinit_process_group, se debe a un cambio radical en la biblioteca 
SMDDP, versión 1.4.0 y versiones posteriores. Debe importar el PyTorch cliente de la 
bibliotecasmdistributed.dataparallel.torch.torch_smddp, que se registra smddp como 
servidor. PyTorch Para obtener más información, consulte the section called “PyTorch”.

P: (Para la biblioteca SMDDP v1.4.0 o posterior) me gustaría llamar a las primitivas colectivas de la 
interfaz. torch.distributed ¿Qué primitivas admite el backend de smddp?

En la versión 1.4.0, la biblioteca SMDDP admite,all_reduce, broadcast y de la interfaz. reduce
all_gather barrier torch.distributed

P: (Para la biblioteca SMDDP v1.4.0 o posterior) ¿Funciona esta nueva API con otras clases o 
bibliotecas de DDP personalizadas, como Apex DDP?

La biblioteca SMDDP se prueba con otras bibliotecas paralelas de datos distribuidas de terceros e 
implementaciones de marcos que utilizan los módulos. torch.distribtued El uso de la biblioteca 
SMDDP con clases DDP personalizadas funciona siempre que las operaciones colectivas utilizadas 
por las clases DDP personalizadas sean compatibles con la biblioteca SMDDP. Consulte la pregunta 
anterior para ver una lista de los colectivos compatibles. Si tienes estos casos de uso y necesitas 
más ayuda, ponte en contacto con el SageMaker equipo a través del AWSSupport Center o los foros 
de AWS desarrolladores de Amazon SageMaker.

P: ¿La biblioteca SMDDP admite la opción bring-your-own-container (BYOC)? Si es así, ¿cómo 
instalo la biblioteca y ejecuto un trabajo de entrenamiento distribuido escribiendo un Dockerfile 
personalizado?

Si desea integrar la biblioteca SMDDP y sus dependencias mínimas en su propio contenedor de 
Docker, BYOC es el enfoque correcto. Puede crear su propio contenedor utilizando el archivo binario 
de la biblioteca. El proceso recomendado consiste en escribir un Dockerfile personalizado con 
la biblioteca y sus dependencias, crear el contenedor Docker, alojarlo en Amazon ECR y utilizar 
el URI de la imagen ECR para lanzar un trabajo de formación con la clase genérica estimador. 
SageMaker Para obtener más instrucciones sobre cómo preparar un Dockerfile personalizado para 
una formación distribuida con la biblioteca SMDDP, consulte. SageMaker Cree su propio contenedor 
Docker con la biblioteca paralela de datos SageMaker distribuidos

Solución de problemas para la formación distribuida en Amazon SageMaker

Si tiene problemas para ejecutar un trabajo de entrenamiento cuando utiliza la biblioteca, utilice la 
siguiente lista para intentar solucionar el problema. Si necesitas más ayuda, ponte en contacto con 
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el SageMaker equipo a través del Centro de AWS soporte o de los foros de AWS desarrolladores de 
Amazon SageMaker.

Temas

• Uso de datos SageMaker distribuidos en paralelo con Amazon SageMaker Debugger y puntos de 
control

• Se adjunta un prefijo inesperado a las claves de los parámetros del modelo

• SageMaker el trabajo de formación distribuido se detiene durante la inicialización

• SageMaker El trabajo de formación distribuido se estanca al final de la formación

• Observando la degradación de la eficiencia de escalado debido a los cuellos de botella en el 
rendimiento de Amazon FSx

• SageMaker Un trabajo de formación distribuido con devoluciones de advertencias de 
obsolescencia PyTorch

Uso de datos SageMaker distribuidos en paralelo con Amazon SageMaker Debugger y puntos de 
control

Para supervisar los cuellos de botella del sistema, perfilar las operaciones del marco y depurar los 
tensores de salida del modelo para tareas de entrenamiento con SageMaker datos distribuidos en 
paralelo, utilice Amazon Debugger. SageMaker

Sin embargo, al utilizar SageMaker Debugger, SageMaker distributed data parallel y SageMaker 
checkpoints, es posible que aparezca un error parecido al del siguiente ejemplo.

SMDebug Does Not Currently Support Distributed Training Jobs With Checkpointing Enabled

Esto se debe a un error interno entre el depurador y los puntos de control, que se produce cuando se 
habilitan los datos SageMaker distribuidos en paralelo.

• Si habilitas las tres funciones, el SDK de SageMaker Python desactiva automáticamente el 
Debugger de pasadadebugger_hook_config=False, lo que equivale al siguiente estimator
ejemplo de marco.

bucket=sagemaker.Session().default_bucket()
base_job_name="sagemaker-checkpoint-test"
checkpoint_in_bucket="checkpoints"
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# The S3 URI to store the checkpoints
checkpoint_s3_bucket="s3://{}/{}/{}".format(bucket, base_job_name, 
 checkpoint_in_bucket)

estimator = TensorFlow( 
    ... 

    distribution={"smdistributed": {"dataparallel": { "enabled": True }}}, 
    checkpoint_s3_uri=checkpoint_s3_bucket, 
    checkpoint_local_path="/opt/ml/checkpoints", 
    debugger_hook_config=False
)

• Si desea seguir utilizando datos SageMaker distribuidos en paralelo y SageMaker Debugger, 
una solución alternativa consiste en añadir manualmente funciones de puntos de control a su 
guion de entrenamiento en lugar de especificar checkpoint_local_path los parámetros
checkpoint_s3_uri y del estimador. Para obtener más información sobre cómo configurar los 
puntos de control manuales en un script de entrenamiento, consulte Guardar puntos de control.

Se adjunta un prefijo inesperado a las claves de los parámetros del modelo

En el caso de los trabajos de formación PyTorch distribuidos, es posible que se adjunte un prefijo 
inesperado (modelpor ejemplo) a state_dict las claves (parámetros del modelo). La biblioteca 
paralela de SageMaker datos no altera ni antepone directamente ningún nombre de parámetro 
del modelo cuando los trabajos de PyTorch entrenamiento guardan artefactos del modelo. La 
PyTorch formación distribuida cambia los nombres de los que se utilizan en state_dict la red, 
anteponiendo el prefijo. Si encuentra algún problema de falla en el modelo debido a nombres de 
parámetros diferentes mientras utiliza la biblioteca de SageMaker datos paralelos y los puntos de 
control para el PyTorch entrenamiento, adapte el siguiente código de ejemplo para eliminar el prefijo 
en el paso en que carga los puntos de control en su script de entrenamiento.

state_dict = {k.partition('model.')[2]:state_dict[k] for k in state_dict.keys()}

Esto lleva cada clave state_dict como valor de cadena, separa la cadena en la primera aparición 
de 'model.' y toma el tercer elemento de lista (con el índice 2) de la cadena particionada.

Para obtener más información sobre el problema de los prefijos, consulta un hilo de discusión en 
¿Los nombres de los parámetros del prefijo en el modelo guardado se entrenan con varias GPU? en 
el foro de debatePyTorch .
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Para obtener más información sobre los PyTorch métodos para guardar y cargar modelos, consulte
Guardar y cargar modelos en todos los dispositivos en la PyTorchdocumentación.

SageMaker el trabajo de formación distribuido se detiene durante la inicialización

Si su trabajo de formación en paralelo de datos SageMaker distribuidos se detiene durante la 
inicialización al utilizar instancias habilitadas para EFA (ml.p3dn.24xlargeyml.p4d.24xlarge), 
es posible que se deba a un error de configuración en el grupo de seguridad de la subred de VPC 
que se utiliza para el trabajo de formación. EFA requiere una configuración de grupo de seguridad 
adecuada para habilitar el tráfico entre los nodos.

Reglas de entrada y de salida para los grupos de seguridad

1. Inicie sesión en la AWS Management Console y abra la consola de Amazon VPC en https:// 
console.aws.amazon.com/vpc/.

2. En el panel de navegación izquierdo, elija Grupos de seguridad.

3. Seleccione el grupo de seguridad vinculado a la subred de VPC que utiliza para el entrenamiento.

4. En la sección Detalles, copie el ID del grupo de seguridad.

5. En la pestaña Reglas de entrada, seleccione Editar reglas de entrada.

6. En la página Editar reglas de entrada, haga lo siguiente:

a. Seleccione Agregar regla.

b. En Tipo, seleccione Todo el tráfico.

c. En Fuente, seleccione Personalizado, pegue el ID del grupo de seguridad en el cuadro de 
búsqueda y, a continuación, seleccione el grupo de seguridad que aparece.

7. Seleccione Guardar reglas para finalizar la configuración de la regla de entrada para el grupo de 
seguridad.

8. En la pestaña Reglas de salida, seleccione Editar reglas de salida.

9. Repita los pasos 6 y 7 para añadir la misma regla que una regla saliente.

Después de completar los pasos anteriores para configurar el grupo de seguridad con las reglas 
de entrada y salida, vuelva a ejecutar el trabajo de entrenamiento y verifique si se ha resuelto el 
problema de retraso.

Para obtener más información sobre la configuración de grupos de seguridad para VPC y EFA, 
consulte Grupos de seguridad para la VPC y Elastic Fabric Adapter.
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SageMaker El trabajo de formación distribuido se estanca al final de la formación

Una de las causas fundamentales de los problemas de estancamiento al final del entrenamiento 
es la falta de coincidencia en el número de lotes que se procesan por época en diferentes rangos. 
Todos los trabajadores (GPU) sincronizan sus degradados locales en la pasada hacia atrás 
para asegurarse de que todos tienen la misma copia del modelo al final de la iteración por lotes. 
Si los tamaños de los lotes se asignan de forma desigual a diferentes grupos de trabajadores 
durante la última época del entrenamiento, el trabajo de entrenamiento se detiene. Por ejemplo, 
mientras un grupo de trabajadores (grupo A) termina de procesar todos los lotes y sale del ciclo 
de entrenamiento, otro grupo de trabajadores (grupo B) comienza a procesar otro lote y espera la 
comunicación del grupo A para sincronizar los degradados. Esto hace que el grupo B espere al 
grupo A, que ya ha completado el entrenamiento y no tiene degradados que sincronizar.

Por lo tanto, al configurar el conjunto de datos del entrenamiento, es importante que cada trabajador 
obtenga el mismo número de muestras de datos para que cada trabajador pase por el mismo número 
de lotes durante el entrenamiento. Asegúrese de que cada rango obtenga el mismo número de lotes 
para evitar este problema de estancamiento.

Observando la degradación de la eficiencia de escalado debido a los cuellos de botella en el 
rendimiento de Amazon FSx

Una posible causa de la disminución de la eficiencia de escalado es el límite de rendimiento de 
los FSx. Si observa una caída repentina en la eficiencia de escalado al cambiar a un clúster de 
entrenamiento más grande, intente utilizar un sistema de archivos FSx para Lustre más grande con 
un límite de rendimiento superior. Para obtener más información, consulte el rendimiento agregado 
del sistema de archivos y la administración de la capacidad de almacenamiento y rendimiento en la
Guía del usuario de Amazon FSx para Lustre.

SageMaker Un trabajo de formación distribuido con devoluciones de advertencias de obsolescencia 
PyTorch

Desde la versión 1.4.0, la biblioteca de paralelismo de datos SageMaker distribuidos funciona 
como un backend de datos distribuidos. PyTorch Debido al cambio radical que supone el uso 
de la biblioteca PyTorch, es posible que aparezca un mensaje de advertencia que indique que
smdistributed las API del paquete distribuido están en desuso. PyTorch El mensaje de 
advertencia debería ser similar al siguiente:

smdistributed.dataparallel.torch.dist is deprecated in the SageMaker distributed data 
 parallel library v1.4.0+.
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Please use torch.distributed and specify 'smddp' as a backend when initializing process 
 group as follows:
torch.distributed.init_process_group(backend='smddp')
For more information, see the library's API documentation at
https://docs.aws.amazon.com/sagemaker/latest/dg/data-parallel-modify-sdp-pt.html

En la versión 1.4.0 y versiones posteriores, la biblioteca solo debe importarse una vez en la parte 
superior del script de entrenamiento y configurarse como servidor durante la inicialización distribuida. 
PyTorch Con una sola línea de especificaciones de backend, puedes mantener tu guion de PyTorch 
entrenamiento sin cambios y utilizar directamente los módulos distribuidos. PyTorch Consulte Utilice 
la biblioteca SMDDP en su guion de formación PyTorch  para obtener más información sobre los 
cambios más importantes y la nueva forma de utilizar la biblioteca. PyTorch

SageMaker biblioteca de paralelismo de modelos v2

Note

Desde el lanzamiento de la versión 2.0.0 de la biblioteca de paralelismo de SageMaker 
modelos (SMP) el 19 de diciembre de 2023, esta documentación se ha renovado para la 
biblioteca SMP v2. Para ver las versiones anteriores de la biblioteca SMP, consulte. the 
section called “(Archivada) biblioteca de paralelismo de modelos v1.x SageMaker ”

La biblioteca de paralelismo de SageMaker modelos de Amazon es una capacidad SageMaker 
que permite un entrenamiento optimizado a gran escala y de alto rendimiento para SageMaker 
acelerar las instancias de procesamiento. the section called “Características principales de SMP 
v2”Incluyen técnicas y optimizaciones para acelerar y simplificar el entrenamiento de modelos 
grandes, como el paralelismo híbrido de datos fragmentados, el paralelismo tensorial, los puntos de 
control de activación y la descarga de activaciones. Puede utilizar la biblioteca SMP para acelerar el 
entrenamiento y el ajuste de modelos de lenguaje de gran tamaño (LLM), modelos de visión amplia 
(LVM) y modelos básicos (FM) con cientos de miles de millones de parámetros.

La biblioteca de paralelismo de SageMaker modelos v2 (SMP v2) alinea las API y los métodos 
de la biblioteca con el paralelismo de datos PyTorch totalmente fragmentado (FSDP) de código 
abierto, lo que le brinda la ventaja de optimizar el rendimiento de SMP con cambios de código 
mínimos. Con SMP v2, puede mejorar el rendimiento computacional del entrenamiento de un modelo 
grande incorporando sus guiones de entrenamiento del FSDP. state-of-the-art SageMaker PyTorch 
SageMaker
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Puede utilizar SMP v2 para los trabajos de SageMaker formación generales y para distribuir las 
cargas de trabajo de formación en clústeres. the section called “SageMaker HyperPod”

Temas

• Introducción al paralelismo de modelos

• Marcos compatibles y Regiones de AWS

• Comience con la biblioteca de paralelismo de SageMaker modelos v2

• Características principales de la biblioteca de paralelismo de SageMaker modelos v2

• SageMaker mejores prácticas de paralelismo de modelos distribuidos

• La referencia de la biblioteca paralela de SageMaker modelos v2

• Notas de publicación de la biblioteca de paralelismo de SageMaker modelos

• Biblioteca de paralelismo de SageMaker modelos v1.x (Archivada)

Introducción al paralelismo de modelos

El paralelismo de modelos es un método de entrenamiento distribuido en el que el modelo de 
aprendizaje profundo (DL) se divide en varias GPU e instancias. La biblioteca paralela de SageMaker 
modelos v2 (SMP v2) es compatible con las PyTorch API y capacidades nativas. Esto le permite 
adaptar cómodamente su script de entrenamiento de PyTorch Fully Sharded Data Parallel (FSDP) 
a la plataforma de SageMaker entrenamiento y aprovechar la mejora del rendimiento que ofrece el 
SMP v2.

Esta página de introducción proporciona una descripción general de alto nivel sobre el paralelismo 
de modelos y una descripción de cómo puede ayudar a superar los problemas que surgen al 
entrenar modelos de aprendizaje profundo (DL) que suelen ser de un tamaño muy grande. También 
proporciona ejemplos de lo que ofrece la biblioteca paralela de SageMaker modelos para ayudar a 
gestionar las estrategias paralelas de los modelos y el consumo de memoria.

¿Qué es el paralelismo de modelos?

Al aumentar el tamaño de los modelos de aprendizaje profundo (capas y parámetros), se obtiene 
mayor precisión en tareas complejas, como la visión artificial y el procesamiento del lenguaje natural. 
Sin embargo, existe un límite en el tamaño máximo de modelo que puede caber en una sola GPU. Al 
entrenar modelos de DL, las limitaciones de memoria de la GPU pueden ser cuellos de botella de las 
siguientes maneras:
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• Limitan el tamaño del modelo que se puede entrenar, ya que el espacio de memoria de un modelo 
se escala proporcionalmente al número de parámetros.

• Limitan el tamaño del lote por GPU durante el entrenamiento, lo que reduce el uso de la GPU y la 
eficiencia del entrenamiento.

Para superar las limitaciones asociadas con el entrenamiento de un modelo en una sola GPU, 
SageMaker proporciona la biblioteca de modelos parallel para ayudar a distribuir y entrenar los 
modelos DL de manera eficiente en varios nodos de procesamiento. Además, con la biblioteca, 
puede lograr un entrenamiento distribuido optimizado utilizando dispositivos compatibles con la EFA, 
que mejoran el rendimiento de la comunicación entre nodos con baja latencia, alto rendimiento y 
omisión del sistema operativo.

Calcule los requisitos de memoria antes de utilizar el paralelismo de modelos

Antes de utilizar la biblioteca de SageMaker modelos parallel, tenga en cuenta lo siguiente para 
hacerse una idea de los requisitos de memoria necesarios para el entrenamiento de modelos DL de 
gran tamaño.

Para un trabajo de entrenamiento que utilice una precisión mixta automática, como los optimizadores
float16 (FP16) o bfloat16 (BF16) y Adam, la memoria de GPU requerida por parámetro es de 
unos 20 bytes, que podemos desglosar de la siguiente manera:

• Un parámetro FP16 o BF16: ~ 2 bytes

• Un gradiente de FP16 o BF16 de ~ 2 bytes

• Un optimizador FP32 tiene un estado de ~8 bytes basado en los optimizadores Adam

• Una copia FP32 del parámetro de ~4 bytes [necesaria para la operación optimizer apply (OA)]

• Una copia FP32 del gradiente de ~4 bytes (necesaria para la operación OA)

Incluso para un modelo DL relativamente pequeño con 10 000 millones de parámetros, puede 
requerir al menos 200 GB de memoria, que es mucho más grande que la memoria típica de una 
GPU (por ejemplo, la NVIDIA A100 con una memoria de 40 GB/80 GB) disponible en una sola 
GPU. Además de los requisitos de memoria para los estados del modelo y del optimizador, hay 
otros consumidores de memoria, como las activaciones generadas en la transferencia. La memoria 
requerida puede superar con creces los 200 GB.

Para la formación distribuida, le recomendamos que utilice instancias P4 y P5 de Amazon EC2 que 
tengan GPU NVIDIA A100 y H100 Tensor Core, respectivamente. Para obtener más información 
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sobre especificaciones como los núcleos de la CPU, la RAM, el volumen de almacenamiento adjunto 
y el ancho de banda de la red, consulte la sección Computación acelerada de la página Tipos de 
instancias de Amazon EC2. Para ver los tipos de ejemplo compatibles con SMP v2, consulte. the 
section called “Tipos de instancias admitidas”

Incluso con las instancias de computación acelerada, los modelos con unos 10 000 millones de 
parámetros, como Megatron-LM y la T5, e incluso los modelos más grandes con cientos de miles de 
millones de parámetros, como el GPT-3, no caben réplicas de modelos en cada dispositivo de GPU.

Cómo emplea la biblioteca el paralelismo de modelos y las técnicas de ahorro de memoria

La biblioteca consta de varios tipos de funciones de paralelismo de modelos y funciones de ahorro 
de memoria, como la fragmentación del estado del optimizador, los puntos de control de activación 
y la descarga de la activación. Todas estas técnicas se pueden combinar para entrenar de manera 
eficiente modelos grandes que constan de cientos de miles de millones de parámetros.

Temas

• Paralelismo de datos fragmentados

• Paralelismo de tensores

• Activación, puntos de control y descarga

• Elegir las técnicas adecuadas para su modelo

Paralelismo de datos fragmentados

El paralelismo de datos partidos es una técnica de entrenamiento distribuido que ahorra memoria y 
que divide el estado de un modelo (parámetros del modelo, gradientes y estados del optimizador) 
entre las GPU de un grupo de paralelismo de datos.

SageMaker implementa el paralelismo de datos fragmentados a través del FSDP y lo amplía para 
implementar la estrategia de fragmentación híbrida con reconocimiento de escala analizada en la 
entrada del blog sobre el escalamiento casi lineal de un modelo gigante sobre el entrenamiento. 
AWS

Puede aplicar el paralelismo de datos fragmentados a su modelo como una estrategia independiente.
Además, si utilizas las instancias de GPU de mayor rendimiento equipadas con las GPU NVIDIA 
A100 Tensor Coreml.p4de.24xlarge, ml.p4d.24xlarge puedes aprovechar la mayor velocidad 
de entrenamiento gracias a la AllGather operación que ofrece la biblioteca de paralelismo de datos 
(SMDDP). SageMaker
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Para profundizar en el paralelismo de datos fragmentados y aprender a configurarlo o utilizar una 
combinación de paralelismo de datos fragmentados con otras técnicas, como el paralelismo tensorial 
y el entrenamiento de precisión mixta, consultethe section called “Paralelismo híbrido de datos 
fragmentados”.

Paralelismo de tensores

El paralelismo tensorial divide capas individuales o entre dispositivos para que se nn.Modules
ejecuten en paralelo. La siguiente figura muestra el ejemplo más simple de cómo la biblioteca 
SMP divide un modelo con cuatro capas para lograr un paralelismo tensorial bidireccional ().
"tensor_parallel_degree": 2 En la siguiente figura, las anotaciones para el grupo paralelo 
del modelo, el grupo paralelo del tensor y el grupo paralelo de datos son MP_GROUPTP_GROUP, 
y DP_GROUP respectivamente. Las capas de cada réplica del modelo están divididas en dos y 
distribuidas en dos GPU. La biblioteca gestiona la comunicación entre las réplicas del modelo 
distribuido por tensores.
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Para profundizar en el paralelismo tensorial y otras funciones que ahorran memoria y aprender 
a configurar una combinación de las funciones principales PyTorch, consulte. the section called 
“Paralelismo de tensores”

Activación, puntos de control y descarga

Para ahorrar memoria en la GPU, la biblioteca admite puntos de control de activación para evitar 
almacenar las activaciones internas en la memoria de la GPU para los módulos especificados por el 
usuario durante la transferencia. La biblioteca vuelve a calcular estas activaciones durante la pasada 
hacia atrás. Además, al reducir la carga de activación, transfiere las activaciones almacenadas a 
la memoria de la CPU y las devuelve a la GPU durante el proceso de retroceso para reducir aún 
más el consumo de memoria de activación. Para obtener más información sobre cómo utilizar 
estas funciones, consulte y. the section called “Puntos de control de activación” the section called 
“Descarga de activación”

Elegir las técnicas adecuadas para su modelo

Para obtener más información sobre cómo elegir las técnicas y configuraciones adecuadas, 
consultethe section called “Prácticas recomendadas”.

Marcos compatibles y Regiones de AWS

Antes de usar la biblioteca de paralelismo de SageMaker modelos v2 (SMP v2), compruebe los 
marcos y tipos de instancias compatibles y determine si hay suficientes cuotas en su cuenta y. AWS 
Región de AWS

Note

Para consultar las últimas actualizaciones y notas de la versión de la biblioteca, consulte. the 
section called “Notas de la versión”

Marcos admitidos

SMP v2 es compatible con los siguientes marcos de aprendizaje profundo y está disponible a través 
de contenedores Docker SMP y un canal SMP Conda. Cuando utilizas las clases estimadoras del 
framework en el SDK de SageMaker Python y especificas la configuración de distribución para usar 
SMP v2, recoge SageMaker automáticamente los contenedores Docker de SMP. Para usar SMP v2, 
te recomendamos que mantengas siempre actualizado el SDK de SageMaker Python en tu entorno 
de desarrollo.
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PyTorch versiones compatibles con la biblioteca de paralelismo de SageMaker modelos

PyTorch versión SageMaker versión de la 
biblioteca de paralelismo de 
modelos

URI de imagen SMP Docker

v2.1.2 smdistributed-mode 
lparallel==v2.1.0

658645717510.dkr.e 
cr.us-west-2.amazo 
naws.com/smdistrib 
uted-modelparallel 
:2.1.2-gpu-py310-c 
u121

v2.0.1 smdistributed-mode 
lparallel==v2.0.0

658645717510.dkr.e 
cr.us-west-2.amazo 
naws.com/smdistrib 
uted-modelparallel 
:2.0.1-gpu-py310-c 
u121

Canal SMP Conda

El siguiente bucket de S3 es un canal Conda público hospedado por el equipo de servicio SMP. Si 
desea instalar la biblioteca SMP v2 en un entorno como los SageMaker HyperPod clústeres, utilice 
este canal Conda para instalar correctamente la biblioteca SMP.

• https://sagemaker-distributed-model-parallel.s3.us-west-2.amazonaws.com/
smp-v2/

Para obtener más información sobre los canales de Conda en general, consulte los canales en la 
documentación de Conda.
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Note

Para encontrar las versiones anteriores de la biblioteca SMP v1.x y los DLC 
preempaquetados, consulte la documentación de SMP v1. the section called “Marcos 
admitidos”

Usa SMP v2 con bibliotecas de código abierto

La biblioteca SMP v2 funciona con otras bibliotecas PyTorch basadas en código abierto, como 
PyTorch Lightning, Hugging Face Transformers y Hugging Face Accelerate, ya que SMP v2 es 
compatible con las API de FSDP. PyTorch Si tiene más preguntas sobre el uso de la biblioteca SMP 
con otras bibliotecas de terceros, póngase en contacto con el equipo de servicio de SMP en. sm-
model-parallel-feedback@amazon.com

Regiones de AWS

SMP v2 está disponible en todos los Regiones de AWS lugares para los que SageMaker están en 
servicio los AWS Deep Learning Containers. Para obtener más información, consulte Imágenes de 
contenedores de aprendizaje profundo disponibles.

Tipos de instancias admitidas

SMP v2 requiere uno de los siguientes tipos de instancias de aprendizaje automático.

Tipo de instancia

ml.p4d.24xlarge

ml.p4de.24xlarge

ml.p5.48xlarge

Para ver las especificaciones de los tipos de instancias de aprendizaje SageMaker automático en 
general, consulte la sección Computación acelerada en la página de tipos de instancias de Amazon 
EC2. Para obtener información sobre los precios de las instancias, consulta Amazon SageMaker 
Pricing.
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Si encuentra un mensaje de error similar al siguiente, siga las instrucciones que se indican en
Solicitar un aumento de cuota en la Guía del usuario de AWS Service Quotas.

ResourceLimitExceeded: An error occurred (ResourceLimitExceeded) when calling 
    the CreateTrainingJob operation: The account-level service limit 'ml.p3dn.24xlarge 
    for training job usage' is 0 Instances, with current utilization of 0 Instances 
    and a request delta of 1 Instances. 
    Please contact AWS support to request an increase for this limit.

Comience con la biblioteca de paralelismo de SageMaker modelos v2

En esta página, aprenderás a utilizar las API de la versión 2 de la biblioteca de paralelismo de 
SageMaker modelos y comenzarás a ejecutar un trabajo de formación de PyTorch Fully Sharded 
Data Parallel (FSDP) en la plataforma de formación o en un clúster. SageMaker SageMaker 
HyperPod

Existen varios escenarios para ejecutar un PyTorch trabajo de formación con SMP v2.

1. Para la SageMaker formación, utilice uno de los contenedores SageMaker Framework 
prediseñados para la PyTorch versión 2.0.1 y versiones posteriores, que vienen preempaquetados 
con SMP v2.

2. Utilice el archivo binario SMP v2 para configurar un entorno de Conda para ejecutar una carga de 
trabajo de formación distribuida en un clúster. SageMaker HyperPod

3. Amplíe los contenedores SageMaker Framework prediseñados para la PyTorch versión 2.0.1 y 
versiones posteriores para instalar cualquier requisito funcional adicional para su caso de uso. 
Para obtener información sobre cómo ampliar un contenedor prediseñado, consulte. Ampliar una 
contenedor precompilado

4. También puede traer su propio contenedor de Docker y configurar manualmente todo el entorno 
de SageMaker formación mediante el kit de herramientas de SageMaker formación e instalar el 
archivo binario SMP v2. Esta es la opción menos recomendada debido a la complejidad de las 
dependencias. Para obtener información sobre cómo ejecutar su propio contenedor de Docker, 
consulte Adaptación de su propio contenedor de formación.

Esta guía de introducción cubre los dos primeros escenarios.

Temas

• Paso 1: Adapta tu guion de formación sobre el PyTorch FSDP

• Paso 2: Inicie un trabajo de formación
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Paso 1: Adapta tu guion de formación sobre el PyTorch FSDP

Para activar y configurar la biblioteca SMP v2, comience por importar y añadir el
torch.sagemaker.init() módulo en la parte superior del script. Este módulo utiliza el 
diccionario de configuración de SMP the section called “Parámetros de configuración de las 
funciones principales del SMP v2” que preparará. the section called “Paso 2: Inicie un trabajo de 
formación” Además, para utilizar las diversas funciones principales que ofrece SMP v2, es posible 
que tengas que realizar algunos cambios más para adaptar tu guion de entrenamiento. Encontrarás 
instrucciones más detalladas sobre cómo adaptar tu guion de entrenamiento para utilizar las 
funciones principales del SMP v2 en. the section called “Características principales de SMP v2”

SageMaker Training

En el guion de entrenamiento, añade las dos líneas de código siguientes, que son el requisito 
mínimo para empezar a entrenar con SMP v2. Enthe section called “Paso 2: Inicie un trabajo 
de formación”, configurarás un objeto de la clase SageMaker PyTorch estimadora con un 
diccionario de configuración SMP a través del distribution argumento de la clase estimadora.

import torch.sagemaker as tsm
tsm.init()

Note

También puede pasar directamente un diccionario de configuración del al módulo. the 
section called “Parámetros de configuración de las funciones principales del SMP v2”
torch.sagemaker.init() Sin embargo, los parámetros que se pasan al PyTorch 
estimador the section called “Paso 2: Inicie un trabajo de formación” tienen prioridad y 
anulan los especificados en el módulo. torch.sagemaker.init()

SageMaker HyperPod

En el guion de formación, añada las dos líneas de código siguientes. Enthe section called “Paso 
2: Inicie un trabajo de formación”, configurarás un smp_config.json archivo para configurar 
las configuraciones de SMP en formato JSON y lo cargarás en un almacenamiento o un sistema 
de archivos mapeado con tu SageMaker HyperPod clúster. Te recomendamos que guardes el 
archivo de configuración en el mismo directorio en el que cargaste el script de entrenamiento.

import torch.sagemaker as tsm
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tsm.init("/dir_to_training_files/smp_config.json")

Note

También puede pasar directamente un diccionario de configuración del the section 
called “Parámetros de configuración de las funciones principales del SMP v2” al
torch.sagemaker.init() módulo.

Paso 2: Inicie un trabajo de formación

Aprenda a configurar las opciones de distribución de SMP para iniciar un trabajo de formación sobre 
el PyTorch FSDP con las funciones principales del SMP.

SageMaker Training

Al configurar un objeto lanzador de tareas de entrenamiento de la clase PyTorch Framework 
Estimator en el SDK de SageMaker Python, configúrelo the section called “Parámetros de 
configuración de las funciones principales del SMP v2” mediante el distribution argumento 
de la siguiente manera.

Note

La distribution configuración de SMP v2 está integrada en el SDK de SageMaker 
Python a partir de la versión 2.200. Asegúrese de usar el SDK de SageMaker Python 
v2.200 o posterior.

Note

En SMP v2, debe configurarlo smdistributed con torch_distributed
para el distribution argumento del estimador. SageMaker PyTorch
Contorch_distributed, SageMaker se ejecutatorchrun, que es el lanzador de 
trabajos multinodo predeterminado de Distributed. PyTorch

from sagemaker.pytorch import PyTorch
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estimator = PyTorch( 
    # Pass the training script you adapted with SMP from Step 1 
    entry_point="your-training-script.py", 
    ... # Configure other required and optional parameters 
    distribution={ 
        "torch_distributed": { "enabled": True }, 
        "smdistributed": { 
            "modelparallel": { 
                "enabled": True, 
                "parameters": { 
                    "hybrid_shard_degree": Integer, 
                    "sm_activation_offloading": Boolean, 
                    "activation_loading_horizon": Integer, 
                    "fsdp_cache_flush_warnings": Boolean, 
                    "allow_empty_shards": Boolean, 
                    "tensor_parallel_degree": Integer, 
                    "tensor_parallel_seed": Integer
                } 
            } 
        } 
    }
)

SageMaker HyperPod

Antes de empezar, asegúrese de que se cumplen los siguientes requisitos previos.

• Un directorio compartido de Amazon FSx montado (/fsx) en su HyperPod clúster.

• Conda se instaló en el directorio compartido de FSx. Para obtener información sobre cómo 
instalar Conda, siga las instrucciones de Instalación en Linux de la Guía del usuario de Conda.

• cuda11.8o cuda12.1 instalado en el cabezal del HyperPod clúster y en los nodos de 
cómputo.

Si se cumplen todos los requisitos previos, siga las siguientes instrucciones para lanzar una carga 
de trabajo con SMP v2 en un HyperPod clúster.

1. Prepare un smp_config.json archivo que contenga un diccionario de. the section called 
“Parámetros de configuración de las funciones principales del SMP v2” Asegúrate de subir este 
archivo JSON al lugar donde guardas el guion de entrenamiento o la ruta que especificaste 
al torch.sagemaker.init() módulo en el paso 1. Si ya has pasado el diccionario de 
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configuración al torch.sagemaker.init() módulo del guion de entrenamiento del paso 1, 
puedes saltarte este paso.

// smp_config.json
{ 
    "hybrid_shard_degree": Integer, 
    "sm_activation_offloading": Boolean, 
    "activation_loading_horizon": Integer, 
    "fsdp_cache_flush_warnings": Boolean, 
    "allow_empty_shards": Boolean, 
    "tensor_parallel_degree": Integer, 
    "tensor_parallel_seed": Integer
}

2. Cargue el smp_config.json archivo en un directorio de su sistema de archivos. La ruta del 
directorio debe coincidir con la ruta que especificó en el paso 1. Si ya ha pasado el diccionario 
de configuración al torch.sagemaker.init() módulo del script de formación, puede omitir 
este paso.

3. En el nodo de cómputo de la HyperPod instancia, inicia una sesión de terminal con el siguiente 
comando.

sudo su -l ubuntu

4. Crea un entorno Conda en el nodo de cómputo.

# Run on compute node
SMP_CUDA_VER=<11.8 or 12.1>

source /fsx/<path to miniconda>/miniconda3/bin/activate

export ENV_PATH=/fsx/<path to miniconda>/miniconda3/envs/<ENV NAME>
conda create -p ${ENV_PATH} python=3.10

conda activate ${ENV_PATH}

# Verify aws-cli is installed: Expect something like "aws-cli/2.15.0*"
aws ‐‐version
# Install aws-cli if not already installed
# https://docs.aws.amazon.com/cli/latest/userguide/getting-started-
install.html#cliv2-linux-install
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conda install pytorch="2.0.1=sm_py3.10_cuda${SMP_CUDA_VER}*" packaging ‐‐override-
channels \ 
  -c https://sagemaker-distributed-model-parallel.s3.us-west-2.amazonaws.com/
smp-2.0.0-pt-2.0.1/2023-12-11/smp-v2/ \ 
  -c pytorch -c numba/label/dev \ 
  -c nvidia -c conda-forge

# Install dependencies of the script as below
python -m pip install packaging transformers==4.31.0 accelerate ninja tensorboard 
 h5py datasets \ 
    && python -m pip install expecttest hypothesis \ 
    && python -m pip install "flash-attn>=2.0.4" ‐‐no-build-isolation

# Install SMDDP wheel (only run for cuda11.8)
SMDDP_WHL="smdistributed_dataparallel-2.0.2-cp310-cp310-linux_x86_64.whl" \ 
  && wget -q https://smdataparallel.s3.amazonaws.com/binary/pytorch/2.0.1/
cu118/2023-12-07/${SMDDP_WHL} \ 
  && pip install ‐‐force ${SMDDP_WHL} \ 
  && rm ${SMDDP_WHL}

# cuDNN installation for TransformerEngine installation for cuda11.8
# Please download from below link, you need to agree to terms  
# https://developer.nvidia.com/downloads/compute/cudnn/secure/8.9.5/
local_installers/11.x/cudnn-linux-x86_64-8.9.5.30_cuda11-archive.tar.xz

tar xf cudnn-linux-x86_64-8.9.5.30_cuda11-archive.tar.xz \ 
    && rm -rf /usr/local/cuda-$SMP_CUDA_VER/include/cudnn* /usr/local/cuda-
$SMP_CUDA_VER/lib/cudnn* \ 
    && cp ./cudnn-linux-x86_64-8.9.5.30_cuda11-archive/include/* /usr/local/cuda-
$SMP_CUDA_VER/include/ \ 
    && cp ./cudnn-linux-x86_64-8.9.5.30_cuda11-archive/lib/* /usr/local/cuda-
$SMP_CUDA_VER/lib/ \ 
    && rm -rf cudnn-linux-x86_64-8.9.5.30_cuda11-archive.tar.xz \ 
    && rm -rf cudnn-linux-x86_64-8.9.5.30_cuda11-archive/

# Please download from below link, you need to agree to terms  
# https://developer.download.nvidia.com/compute/cudnn/secure/8.9.7/
local_installers/12.x/cudnn-linux-x86_64-8.9.7.29_cuda12-archive.tar.xz \
# cuDNN installation for TransformerEngine installation for cuda12.1
tar xf cudnn-linux-x86_64-8.9.7.29_cuda12-archive.tar.xz \ 
    && rm -rf /usr/local/cuda-$SMP_CUDA_VER/include/cudnn* /usr/local/cuda-
$SMP_CUDA_VER/lib/cudnn* \ 
    && cp ./cudnn-linux-x86_64-8.9.7.29_cuda12-archive/include/* /usr/local/cuda-
$SMP_CUDA_VER/include/ \ 
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    && cp ./cudnn-linux-x86_64-8.9.7.29_cuda12-archive/lib/* /usr/local/cuda-
$SMP_CUDA_VER/lib/ \ 
    && rm -rf cudnn-linux-x86_64-8.9.7.29_cuda12-archive.tar.xz \ 
    && rm -rf cudnn-linux-x86_64-8.9.7.29_cuda12-archive/ 
     
# TransformerEngine installation
export CUDA_HOME=/usr/local/cuda-$SMP_CUDA_VER
export CUDNN_PATH=/usr/local/cuda-$SMP_CUDA_VER/lib
export CUDNN_LIBRARY=/usr/local/cuda-$SMP_CUDA_VER/lib
export CUDNN_INCLUDE_DIR=/usr/local/cuda-$SMP_CUDA_VER/include
export PATH=/usr/local/cuda-$SMP_CUDA_VER/bin:$PATH
export LD_LIBRARY_PATH=$LD_LIBRARY_PATH:/usr/local/cuda-$SMP_CUDA_VER/lib

python -m pip install ‐‐no-build-isolation git+https://github.com/NVIDIA/
TransformerEngine.git@v1.0

5. Ejecute un trabajo de entrenamiento de prueba.

a. En el sistema de archivos compartido (/fsx), clona el  GitHub repositorio de Awsome 
Distributed Training y ve a la 3.test_cases/11.modelparallel carpeta.

git clone https://github.com/aws-samples/awsome-distributed-training/
cd awsome-distributed-training/3.test_cases/11.modelparallel

b. Envíe un trabajo de la sbatch siguiente manera.

conda activate <ENV_PATH>
sbatch -N 16 conda_launch.sh

Si el envío del trabajo se realiza correctamente, el mensaje de salida de este sbatch
comando debería ser similar aSubmitted batch job ABCDEF.

c. Compruebe el archivo de registro en el directorio actual de abajologs/.

tail -f ./logs/fsdp_smp_ABCDEF.out

Características principales de la biblioteca de paralelismo de SageMaker modelos v2

La biblioteca de paralelismo de SageMaker modelos de Amazon v2 (SMP v2) ofrece estrategias 
de distribución y técnicas de ahorro de memoria, como el paralelismo de datos fragmentados, el 
paralelismo tensorial y los puntos de control. Las estrategias y técnicas de paralelismo de modelos 
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que ofrece el SMP v2 ayudan a distribuir modelos grandes en varios dispositivos, a la vez que 
optimizan la velocidad de entrenamiento y el consumo de memoria. SMP v2 también proporciona un 
paquete de Python torch.sagemaker para ayudar a adaptar el script de entrenamiento con pocos 
cambios en las líneas de código.

Esta guía sigue el flujo básico de dos pasos introducido en. the section called “Comience con 
SMP v2” Para profundizar en las funciones principales de SMP v2 y cómo utilizarlas, consulte los 
siguientes temas.

Note

Estas funciones principales están disponibles en SMP v2.0.0 y versiones posteriores y en 
el SDK de SageMaker Python v2.200.0 y posteriores, y funcionan para v2.0.1 y versiones 
posteriores. PyTorch Para comprobar las versiones de los paquetes, consulte. the section 
called “Marcos compatibles y Regiones de AWS”

Temas

• Paralelismo híbrido de datos fragmentados

• Compatibilidad con la biblioteca SMDDP optimizada para la infraestructura AWS

• Entrenamiento de precisión mixta

• Inicialización retrasada de los parámetros

• Puntos de control de activación

• Descarga de activación

• Paralelismo de tensores

• Microajuste

• FlashAttention

• Guarde y cargue los puntos de control mientras usa SMP

Paralelismo híbrido de datos fragmentados

El paralelismo de datos fragmentados es una técnica de entrenamiento distribuido que ahorra 
memoria y que divide el estado de un modelo (parámetros del modelo, gradientes y estados del 
optimizador) entre los dispositivos. Esto le ayuda a adaptarse a un modelo más grande o a aumentar 
el tamaño del lote utilizando la memoria de la GPU liberada. La biblioteca SMP ofrece la posibilidad 
de ejecutar paralelismos de datos fragmentados con PyTorch Fully Sharded Data Parallel (FSDP). 
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PyTorch De forma predeterminada, el FSDP se divide en todo el conjunto de GPU que se utilizan.
En SMP v2, la biblioteca ofrece este paralelismo de datos fragmentados además del PyTorch FSDP 
al extender la fragmentación PyTorch híbrida (HYBRID_SHARD), que es una de las estrategias de 
fragmentación que ofrece FSDP:,,,. PyTorch  FULL_SHARD SHARD_GRAD_OP HYBRID_SHARD
_HYBRID_SHARD_ZERO2 Ampliar la fragmentación híbrida de esta manera ayuda a implementar, tal 
scale-aware-sharding como se describe en el blog, el escalado cercano al lineal del entrenamiento 
de modelos gigantes para el FSDP. AWS PyTorch

La biblioteca SMP facilita su uso HYBRID_SHARD _HYBRID_SHARD_ZERO2 en cualquier 
número configurable de GPU, lo que amplía el PyTorch FSDP nativo que admite la 
fragmentación en un solo nodo () o en todas las GPU (). HYBRID_SHARD FULL_SHARD
PyTorch Las llamadas del FSDP pueden permanecer como están y solo necesitas añadir 
el hybrid_shard_degree argumento a la configuración del SMP, tal y como se muestra 
en el siguiente ejemplo de código. No necesitas cambiar el valor del sharding_strategy
argumento en el contenedor PyTorch FSDP que rodea a tu modelo. PyTorch Puedes pasar por el 
valorShardingStrategy.HYBRID_SHARD. Como alternativa, la biblioteca SMP anula la estrategia 
del script y la establece ShardingStrategy.HYBRID_SHARD si se especifica un valor igual o 
superior a 2 en el hybrid_shard_degree parámetro.

En los siguientes fragmentos de código, se muestra cómo añadir el módulo
torch.sagemaker.init() de inicialización de SMP al guion de formación y cómo configurar el 
diccionario de configuración de SMP en formato JSON para el lanzador de tareas de formación, 
siguiendo el proceso de dos pasos descrito en el presente documento. the section called “Comience 
con SMP v2” No es necesario realizar ningún cambio en el modelo ni en la configuración del FSDP. 
PyTorch PyTorch  Para obtener más información sobre el parámetro hybrid_shard_degree, 
consulte the section called “Parámetros de configuración de las funciones principales del SMP v2”.

Diccionario de configuración SMP

{ "hybrid_shard_degree": 16 }

En el guion de entrenamiento

import torch.sagemaker as tsm
tsm.init()

# Set up a PyTorch model
model = ...
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# Wrap the PyTorch model using the PyTorch FSDP module
model = FSDP( 
    model, 
    ...
)

# Optimizer needs to be created after FSDP wrapper
optimizer = ...

Compatibilidad con la biblioteca SMDDP optimizada para la infraestructura AWS

Puede utilizar la biblioteca de paralelismo de SageMaker modelos v2 (SMP v2) junto con la 
biblioteca de paralelismo de datos SageMaker distribuidos (SMDDP), que ofrece una operación 
de comunicación colectiva optimizada para la infraestructura. AllGather AWS En la formación 
distribuida, las operaciones de comunicación colectiva están diseñadas para sincronizar varios 
trabajadores de la GPU e intercambiar información entre ellos. AllGatheres una de las 
principales operaciones de comunicación colectiva que se suele utilizar en el paralelismo de datos 
fragmentados. Para obtener más información sobre la AllGather operación del SMDDP, consulte
the section called “Operación AllGather colectiva SMDDP” Optimizar dichas operaciones de 
comunicación colectiva contribuiría directamente a una end-to-end formación más rápida sin efectos 
secundarios en la convergencia.

Note

La biblioteca SMDDP admite instancias P4 y P4de (consulte también la biblioteca SMDDP).
the section called “Marcos y tipos Regiones de AWS de instancias compatibles”

La biblioteca SMDDP se integra de forma nativa a través de la capa de grupos de procesos. 
PyTorch  Para usar la biblioteca SMDDP, solo necesita añadir dos líneas de código a su script 
de entrenamiento. Es compatible con cualquier marco de formación, como SageMaker Model 
Parallelism Library, FSDP y. PyTorch DeepSpeed

Para activar SMDDP y utilizar su AllGather funcionamiento, debe añadir dos líneas de código a su 
guion de formación como parte de. the section called “Paso 1: Adapta tu guion de formación sobre el 
PyTorch FSDP” Tenga en cuenta que primero debe inicializar PyTorch Distributed con el backend de 
SMDDP y, a continuación, ejecutar la inicialización de SMP.

import torch.distributed as dist
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# Initialize with SMDDP
import smdistributed.dataparallel.torch.torch_smddp
dist.init_process_group(backend="smddp") # Replacing "nccl" 

 # Initialize with SMP
import torch.sagemaker as tsm
tsm.init()

SageMaker Los contenedores Framework para PyTorch SMP v2 y la biblioteca SMDDP vienen the 
section called “Marcos y tipos Regiones de AWS de instancias compatibles” preempaquetados con 
el binario SMP y el binario SMDDP. the section called “Marcos compatibles y Regiones de AWS”
Para obtener más información sobre la biblioteca SMDDP, consulte. the section called “SageMaker 
biblioteca de paralelismo de datos distribuidos”

Entrenamiento de precisión mixta

El SMP v2 es compatible con el PyTorch MixedPrecisionFSDP. PyTorch El FSDP ofrece varias 
configuraciones para lograr una precisión mixta, tanto para mejorar el rendimiento como para reducir 
la memoria. La forma estándar de configurar un modelo para lograr una precisión mixta consiste en 
crear el modelo en él yfloat32, a continuación, permitir que el FSDP transfiera los parámetros al 
usuario float16 o bfloat16 sobre la marcha mediante la aprobación de una MixedPrecision
política, tal como se muestra en el siguiente fragmento de código. Para obtener más información 
sobre las opciones para cambiar los parámetros, la reducción o los búferes dtype para obtener una 
precisión mixta PyTorch, consulte la API del PyTorch MixedPrecisionFSDP en la documentación. 
PyTorch

# Native PyTorch API
from torch.distributed.fsdp import MixedPrecision

dtype = torch.bfloat16
mixed_precision_policy = MixedPrecision( 
    param_dtype=dtype, reduce_dtype=dtype, buffer_dtype=dtype
)

model = FSDP( 
    model, 
    ..., 
    mixed_precision=mixed_precision_policy
)
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Ten en cuenta que algunos modelos (como el modelo Hugging Face Transformers Llama) 
esperan amortiguadores como. float32 Para usarlofloat32, sustitúyalo por torch.bfloat16
torch.float32 en la línea que define el objeto. dtype

Inicialización retrasada de los parámetros

La inicialización de un modelo grande para el entrenamiento no siempre es posible con la 
memoria limitada de la GPU. Para resolver este problema de memoria insuficiente en la GPU, 
puede inicializar el modelo en la memoria de la CPU. Sin embargo, para modelos más grandes 
con más de 20 o 40 mil millones de parámetros, incluso la memoria de la CPU podría no ser 
suficiente. En tal caso, le recomendamos que inicialice el modelo en lo que se PyTorch denomina 
un metadispositivo, que permite la creación de tensores sin necesidad de adjuntar ningún dato 
a ellos. Un tensor en un metadispositivo solo necesita la información de forma, lo que permite 
crear un modelo grande con sus parámetros en los metadispositivos. Hugging Face Accelerate 
proporciona el init_empty_weights administrador de contexto para ayudar a crear dicho modelo 
en metadispositivos y, al mismo tiempo, inicializar los búferes en un dispositivo normal. Antes de 
que comience el entrenamiento, el PyTorch FSDP inicializa los parámetros del modelo. Esta función 
de inicialización retardada de los parámetros del SMP v2 retrasa la creación de los parámetros del 
modelo para que se produzca después PyTorch de que el FSDP realice la fragmentación de los 
parámetros. PyTorch El FSDP acepta una función de inicialización de parámetros (param_init_fn) 
al fragmentar los módulos y llama a cada módulo. param_init_fn La param_init_fn API toma 
un módulo como argumento e inicializa todos sus parámetros, sin incluir los parámetros de ningún 
módulo secundario. Tenga en cuenta que este comportamiento difiere del de la PyTorch versión 
2.0.1 nativa, que tiene un error que provoca que los parámetros se inicialicen varias veces.

SMP v2 proporciona la the section called 
“torch.sagemaker.delayed_param.DelayedParamIniter” API para aplicar la inicialización 
retrasada de los parámetros.

Los siguientes fragmentos de código muestran cómo aplicar la
torch.sagemaker.delayed_param.DelayedParamIniter API a tu script de entrenamiento.

Suponga que tiene un script de entrenamiento para el FSDP de Pytorch, tal como se muestra a 
continuación.

# Creation of model on meta device
from accelerate import init_empty_weights
with init_empty_weights(): 
    model = create_model()
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# Define a param init fn, below is an example for Hugging Face GPTNeoX.
def init_weights(module): 
    d = torch.cuda.current_device() 
    # Note that below doesn't work if you have buffers in the model 
    # buffers will need to reinitialized after this call 
    module.to_empty(device=d, recurse=False) 
    if isinstance(module, (nn.Linear, Conv1D)): 
        module.weight.data.normal_(mean=0.0, std=args.initializer_range) 
        if module.bias: 
            module.bias.data.zero_() 
    elif isinstance(module, nn.Embedding): 
        module.weight.data.normal_(mean=0.0, std=args.initializer_range) 
        if module.padding_idx: 
            module.weight.data[module.padding_idx].zero_() 
    elif isinstance(module, nn.LayerNorm): 
        module.bias.data.zero_() 
        module.weight.data.fill_(1.0)

# Changes to FSDP wrapper.
model = FSDP( 
    model, 
    ..., 
    param_init_fn=init_weights
)

# At this point model is initialized and sharded for sharded data parallelism.

Tenga en cuenta que el enfoque de inicialización retardada de los parámetros no es independiente 
del modelo. Para resolver este problema, debe escribir una init_weights función, como se 
muestra en el ejemplo anterior, que coincida con la inicialización de la definición del modelo original 
y que abarque todos los parámetros del modelo. Para simplificar este proceso de preparación 
de dicha init_weights función, SMP v2 implementa esta función de inicialización para los 
siguientes modelos: GPT-2, GPT-J, GPTNeox y Llama de Hugging Face Transformers. La
torch.sagemaker.delayed_param.DelayedParamIniter API también funciona con el
torch.sagemaker.tensor_parallel.transformer.TransformerLMHead modelo de 
implementación SMP tensor parallel, al que puedes llamar después de la llamada a la the section 
called “torch.sagemaker.transform” API.

Con la torch.sagemaker.delayed_param.DelayedParamIniter API, puede adaptar su script 
PyTorch FSDP de la siguiente manera. Después de crear un modelo con pesos vacíos, registre la
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torch.sagemaker.delayed_param.DelayedParamIniter API en el modelo y defina un objeto 
del mismo. Pase el objeto a param_init_fn la clase PyTorch FSDP.

from torch.sagemaker.delayed_param import DelayedParamIniter
from accelerate import init_empty_weights

with init_empty_weights(): 
    model = create_model() 
     
delayed_initer = DelayedParamIniter(model)

with delayed_initer.validate_params_and_buffers_inited():
    model = FSDP( 
        model, 
        ..., 
        param_init_fn=delayed_initer.get_param_init_fn()
    )

Notas sobre pesas atadas

Al entrenar modelos con pesas atadas, debemos tener especial cuidado de atar las pesas después 
de inicializarlas con una inicialización retardada de los parámetros. PyTorchEl FSDP no dispone 
de un mecanismo para atar las pesas después de inicializarlas siguiendo las instrucciones 
anteriores. param_init_fn Para abordar estos casos, agregamos una API que permite 
apost_init_hook_fn, que se puede usar para vincular las contrapesos. Puede pasar allí cualquier 
función que acepte el módulo como argumento, pero también tenemos un tie_weights método
post_param_init_fn predefinido para llamar al módulo si existe. DelayedParamIniter
Ten en cuenta que es seguro pasarlo siempre, post_param_init_fn incluso si no hay ningún
tie_weights método para el módulo.

with delayed_initer.validate_params_and_buffers_inited(): 
    model = FSDP( 
        model, 
        ..., 
        param_init_fn=delayed_initer.get_param_init_fn(), 
        post_param_init_fn=delayed_initer.get_post_param_init_fn() 
    )
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Puntos de control de activación

Los puntos de control de activación son una técnica para reducir el uso de memoria al borrar las 
activaciones de determinadas capas y volver a calcularlas durante la pasada hacia atrás. De hecho, 
esto cambia el tiempo de cómputo adicional por reducir el uso de memoria. Si se comprueba un 
módulo, al final de una transferencia hacia adelante, solo permanecen en la memoria las entradas 
iniciales del módulo y las salidas finales del módulo. PyTorch libera cualquier tensor intermedio que 
forme parte del cálculo dentro de ese módulo durante la pasada hacia adelante. Durante el paso 
hacia atrás de los módulos con puntos de control, PyTorch vuelve a calcular estos tensores. En este 
punto, las capas situadas más allá de este módulo de puntos de control han terminado su recorrido 
hacia atrás, por lo que el uso máximo de memoria con los puntos de control disminuye.

SMP v2 es compatible con el módulo de puntos de control PyTorch de activación,.
apply_activation_checkpointing Los siguientes son ejemplos de puntos de control de 
activación del modelo Hugging Face GPT-Neox.

Capas Checkpointing Transformer del modelo Hugging Face GPT-Neox

from transformers.models.gpt_neox import GPTNeoXLayer
from torch.distributed.algorithms._checkpoint.checkpoint_wrapper import ( 
    apply_activation_checkpointing
) 
     
# check_fn receives a module as the arg,  
# and it needs to return whether the module is to be checkpointed
def is_transformer_layer(module): 
    from transformers.models.gpt_neox import GPTNeoXLayer 
    return isinstance(submodule, GPTNeoXLayer) 
     
apply_activation_checkpointing(model, check_fn=is_transformer_layer)

Controle todas las demás capas de Transformer del modelo Hugging Face GPT-Neox

# check_fn receives a module as arg,  
# and it needs to return whether the module is to be checkpointed
# here we define that function based on global variable (transformer_layers)
from transformers.models.gpt_neox import GPTNeoXLayer
from torch.distributed.algorithms._checkpoint.checkpoint_wrapper import ( 
    apply_activation_checkpointing
)
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transformer_layers = [ 
    m for m model.modules() if isinstance(m, GPTNeoXLayer)
]

def is_odd_transformer_layer(module): 
    return transformer_layers.index(module) % 2 == 0 
     
apply_activation_checkpointing(model, check_fn=is_odd_transformer_layer)

Como alternativa, PyTorch también cuenta con el torch.utils.checkpoint módulo de puntos 
de control, que es utilizado por un subconjunto de modelos de Hugging Face Transformers. Este 
módulo también funciona con SMP v2. Sin embargo, requiere que tenga acceso a la definición del 
modelo para añadir el contenedor de puntos de control. Por lo tanto, le recomendamos que utilice 
este método. apply_activation_checkpointing

Descarga de activación

Normalmente, la pasada hacia delante calcula las activaciones en cada capa y las guarda en 
la memoria de la GPU hasta que finalice la pasada hacia atrás de la capa correspondiente. Si 
se descargan estos tensores en la memoria de la CPU después de la pasada hacia adelante 
y se devuelven a la GPU cuando se necesitan para la transferencia hacia atrás de la capa, se 
puede ahorrar una cantidad considerable de memoria de la GPU. PyTorchadmite la descarga 
de activaciones, pero la implementación hace que las GPU permanezcan inactivas mientras 
las activaciones se recuperan de la CPU durante la transferencia hacia atrás. Esto provoca una 
importante degradación del rendimiento cuando se utiliza la descarga de activaciones.

La versión 2 de SMP mejora esta reducción de la carga de activación y, antes de que las necesite 
la GPU, las captura previamente antes de que sean necesarias para que la GPU comience a 
transferirlas hacia atrás. Esta función de captura previa ayuda a que los avances del entrenamiento 
se ejecuten de manera más eficiente sin utilizar las GPU inactivas, lo que se traduce en ventajas al 
reducir el uso de memoria sin degradar el rendimiento.

Puedes conservar los PyTorch módulos nativos para descargar las activaciones en tu guion de 
entrenamiento. El siguiente es un ejemplo de estructura para aplicar la función de activación y 
descarga de SMP en su script. Tenga en cuenta que la activación y la descarga solo se aplican 
cuando se utilizan junto con. the section called “Puntos de control de activación” Para obtener más 
información sobre las herramientas de PyTorch puntos de control nativas para la activación y la 
descarga, consulte también el archivo checkpoint_wrapper.py en el PyTorch GitHubrepositorio y
Activation Checkpoints en el PyTorch blog Scaling Multi-modal Foundation Models in with Distributed. 
TorchMultimodal PyTorch
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Para aplicar la función de descarga y activación del SMP en los puntos de control de PyTorch 
activación, añada los parámetros y al diccionario de configuración del SMP durante el 
procesosm_activation_offloading. activation_loading_horizon the section called “Paso 
2: Inicie un trabajo de formación”

En los siguientes fragmentos de código se muestra cómo añadir el módulo de inicialización de 
SMP torch.sagemaker.init() a su guion de formación y cómo configurar el diccionario de 
configuración de SMP en formato JSON para el lanzador de tareas de formación, siguiendo el 
proceso de dos pasos introducido en el presente documento. the section called “Comience con SMP 
v2” No es necesario realizar ningún cambio en el modelo ni en la configuración del FSDP. PyTorch 
PyTorch  Para obtener más información acerca de los parámetros sm_activation_offloading y
activation_loading_horizon, consulte the section called “Parámetros de configuración de las 
funciones principales del SMP v2”.

Configuración SMP

{ 
    "activation_loading_horizon": 2, 
    "sm_activation_offloading": True
}

En el guion de entrenamiento

Note

Al activar la función de activación y descarga de SMP, asegúrese de utilizarla también y 
aplicarla al módulo raíz. PyTorch offload_wrapper La función de descarga y activación de 
SMP utiliza el módulo raíz para determinar cuándo se ha realizado la transferencia directa e 
iniciar la captura previa.

import torch.sagemaker as tsm
tsm.init()

# Native PyTorch module for activation offloading
from torch.distributed.algorithms._checkpoint.checkpoint_wrapper import ( 
    apply_activation_checkpointing,  
    offload_wrapper,
)
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model = FSDP(...)

# Activation offloading requires activation checkpointing.
apply_activation_checkpointing( 
    model, 
    check_fn=checkpoint_transformer_layers_policy,
)

model = offload_wrapper(model)

Paralelismo de tensores

El paralelismo de tensores es un tipo de paralelismo de modelos en el que las ponderaciones, 
gradientes y estados del optimizador específicos del modelo se dividen entre los dispositivos. A 
diferencia del paralelismo por canalización, que mantiene intactos los pesos individuales pero divide 
el conjunto de pesos, gradientes u optimizador entre dispositivos, el paralelismo tensorial fragmenta 
los pesos individuales. Por lo general, esto implica el cálculo distribuido de operaciones, módulos o 
capas específicos del modelo.

El paralelismo de tensores es necesario en los casos en los que un único parámetro consume la 
mayor parte de la memoria de la GPU (por ejemplo, tablas de incrustación grandes con un gran 
tamaño de vocabulario o una capa softmax grande con un gran número de clases). En este caso, 
tratar este gran tensor u operación como una unidad atómica es ineficiente e impide equilibrar la 
carga de memoria.

SMP v2 se integra con Transformer Engine para implementar el paralelismo tensorial y se ejecuta 
sobre las API del FSDP. PyTorch Puede habilitar el paralelismo tensorial PyTorch FSDP y SMP 
simultáneamente y determinar el mejor paralelismo del modelo para obtener el mejor rendimiento. 
Tenga en cuenta que SMP v2 actualmente no admite float8 el tipo de datos, ya que es una función 
que falta en el FSDP. PyTorch

En la práctica, el paralelismo tensorial es especialmente útil en los siguientes escenarios.

• Cuando se entrena con contextos largos, se obtiene una memoria de activación elevada solo con 
el FSDP.

• Cuando se entrena con clústeres muy grandes en los que el tamaño del lote global supera los 
límites deseados.
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Modelos de Hugging Face Transformer compatibles con el paralelismo tensorial SMP

Actualmente, SMP v2 ofrece soporte de paralelismo tensorial para los siguientes modelos de 
Hugging Face Transformer.

• GPT-NeoX

• Llama 2

Para ver la configuración de referencia para aplicar el paralelismo tensorial en estos modelos, 
consulte. the section called “Sugerencias de configuración”

Configure el paralelismo tensorial

Paratensor_parallel_degree, selecciona un valor para el grado de paralelismo tensorial. El 
valor debe dividir en partes iguales el número de GPU del clúster. Por ejemplo, para fragmentar el 
modelo mientras usas una instancia con 8 GPU, elige 2, 4 u 8. Te recomendamos empezar con un 
número pequeño y aumentarlo gradualmente hasta que el modelo quepa en la memoria de la GPU.

Actualmente, SMP v2 no admite el tipo de datos Float8, ya que es una función que falta en el FSDP. 
PyTorch

En los siguientes fragmentos de código se muestra cómo añadir el módulo de inicialización de 
SMP torch.sagemaker.init() a su script de formación y cómo configurar el diccionario 
de configuración de SMP en formato JSON para entrenar Job Launcher, siguiendo el proceso 
de dos pasos introducido en la versión anterior. the section called “Comience con SMP v2” No 
es necesario realizar ningún cambio en el modelo ni en la configuración del FSDP. PyTorch 
PyTorch  Para obtener más información acerca de los parámetros tensor_parallel_degree
y tensor_parallel_seed, consulte the section called “Parámetros de configuración de las 
funciones principales del SMP v2”.

Configuración SMP

{ 
    "tensor_parallel_degree": 8, 
    "tensor_parallel_seed": 0  
}

En tu guion de entrenamiento
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Inicialice con torch.sagemaker.init() para activar SMP v2 y empaquetar su modelo con la the 
section called “torch.sagemaker.transform” API.

import torch.sagemaker as tsm
tsm.init()

from transformers import AutoModelForCausalLM
model = AutoModelForCausalLM.from_config(..)
model = tsm.transform(model)

Guardar y cargar los puntos de control de Hugging Face Transformer

Una vez que la biblioteca SMP transforma un modelo, cambia el diccionario de estados 
(state_dict) del modelo. Esto significa que el modelo deja de ser compatible con las 
funcionalidades de puntos de control originales del Hugging Face Transformer. Para ello, la 
biblioteca SMP proporciona API para guardar los puntos de control de un modelo transformado 
en la representación de Hugging Face Transformer, y la API para cargar un punto de control
torch.sagemaker.transform del modelo Hugging Face Transformer para realizar ajustes 
precisos.

Para obtener más información sobre cómo guardar puntos de control mientras se utiliza la función de 
paralelismo tensorial de SMP v2, consulte. the section called “Guarde y cargue los puntos de control 
mientras usa SMP”

Para obtener más información sobre cómo ajustar un modelo aplicando la función de paralelismo 
tensorial de SMP v2, consulte. the section called “Microajuste”

Microajuste

El ajuste es un proceso de entrenamiento continuo de modelos previamente entrenados para mejorar 
el rendimiento en casos de uso específicos.

Es sencillo ajustar los modelos pequeños para que quepan completamente en una sola GPU o 
aquellos que caben completamente en 8 copias del modelo en las CPU. No requiere ningún cambio 
especial con respecto a la formación habitual en FSDP. En el caso de modelos de mayor tamaño, 
hay que considerar la posibilidad de utilizar la función de inicialización diferida de los parámetros, que 
puede resultar complicada.

Para solucionar este problema, la biblioteca SMP carga el modelo completo en uno de los rangos, 
mientras que el resto crea modelos con pesos vacíos en un metadispositivo. A continuación, 
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el PyTorch FSDP inicializa las ponderaciones de los rangos distintos de cero mediante la
init_weights función y sincroniza las ponderaciones de todos los rangos con las ponderaciones 
del rango 0 con el valor establecido en. sync_module_states True El siguiente fragmento de 
código muestra cómo debe configurarlo en su script de entrenamiento.

import torch.distributed as dist
from transformers import AutoModelForCasalLM
from accelerate import init_empty_weights
from torch.sagemaker.delayed_param import DelayedParamIniter

if dist.get_rank() == 0: 
    model = AutoModelForCasalLM.from_pretrained(..., low_cpu_mem_usage=True)
else: 
    with init_empty_weights(): 
        model = AutoModelForCasalLM.from_config(AutoConfig.from_pretrained(...)) 
    delayed_initer = DelayedParamIniter(model)

model = FSDP( 
    model, 
    ..., 
    sync_module_states=True, 
    param_init_fn=delayed_initer.get_param_init_fn() if dist.get_rank() > 0 else None
)

Ajuste preciso de un modelo de Hugging Face Transformer previamente entrenado con paralelismo 
tensorial SMP

En esta sección se analiza la carga de modelos de Transformer para dos casos de uso: ajustar 
con precisión los modelos Transformer pequeños y ajustar con precisión los modelos Transformer 
grandes. Para modelos más pequeños sin demorar la inicialización de los parámetros, empaquete el 
modelo con la torch.sagemaker.transform API antes de empaquetarlo con el FSDP. PyTorch

import functools
from transformers import AutoModelForCausalLM
from torch.distributed.fsdp import FullyShardedDataParallel as FSDP
from torch.distributed.fsdp.wrap import transformer_auto_wrap_policy
from torch.sagemaker import transform

model = AutoModelForCausalLM.from_pretrained("meta-llama/Llama-2-7b-hf", 
 low_cpu_mem_usage=True)

# Transform model while loading state dictionary from rank 0.
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tp_model = transform(model, load_state_dict_from_rank0=True)

# Wrap with FSDP.
model = FSDP( 
    tp_model,  
    ... 
    sync_module_states=True,
)

En el caso de los modelos más grandes, el enfoque anterior provoca que se agote la memoria de 
la CPU. Le recomendamos que utilice la inicialización retrasada de los parámetros para evitar estos 
problemas de memoria de la CPU. En este caso, puede aplicar la torch.sagemaker.transform
API y la torch.sagemaker.delayed_param.DelayedParamIniter API como se muestra en el 
siguiente ejemplo de código.

from transformers import AutoModelForCausalLM
from torch.sagemaker import transform
from torch.sagemaker.delayed_param import DelayedParamIniter

# Create one instance of model without delayed param
# on CPU, on one rank.
if dist.get_rank() == 0: 
    model = AutoModelForCasalLM.from_pretrained(...,low_cpu_mem_usage=True)
else: 
    with init_empty_weights(): 
        model = AutoModelForCasalLM.from_config(AutoConfig.from_pretrained(...))

# Transform model while loading state dictionary from rank 0
model = transform(model, load_state_dict_from_rank0=True)

if dist.get_rank() != 0: # For fine-tuning, delayed parameter on non-zero ranks 
    delayed_initer = DelayedParamIniter(model)
else: 
    delayed_initer = None

with ( 
    delayed_initer.validate_params_and_buffers_inited() if delayed_initer else 
 nullcontext()
):
    # Wrap the model with FSDP 
    model = FSDP( 
        model,  
        ...,  
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        sync_module_states=True, 
        param_init_fn=delayed_initer.get_param_init_fn() if delayed_initer else None
    )

FlashAttention

SMP v2 admite FlashAttentionnúcleos y facilita su aplicación a varios escenarios para los modelos 
Hugging Face Transformer. Tenga en cuenta que si usa el FlashAttention paquete v2.0 o posterior, 
SMP usa la FlashAttention v2; sin embargo, el núcleo Flash Attention de Triton utiliza de forma 
predeterminada el núcleo Flash Attention en la versión FlashAttention 1.x, por lo que es compatible 
exclusivamente con la versión 1. FlashAttention

El módulo (nn.Module) es una API de bajo nivel que define las capas de atención de 
un modelo. Debe aplicarse inmediatamente después de la creación del modelo, desde la
AutoModelForCausalLM.from_config() API, por ejemplo, y antes de transformar o 
empaquetar el modelo con el FSDP.

Usa los FlashAttention núcleos para centrarte en ti mismo

El siguiente fragmento de código muestra cómo utilizar la the section called 
“torch.sagemaker.nn.attn.FlashSelfAttention” API proporcionada por SMP v2.

def new_attn(self, q, k, v, attention_mask=None, head_mask=None): 
    return ( 
        self.flashmod((q, k, v), causal=True, cast_dtype=torch.bfloat16, layout="b h s 
 d"), 
        None, 
    )

for layer in model.gpt_neox.layers: 
    layer.attention.flash_mod = torch.sagemaker.nn.attn.FlashSelfAttention()
    layer.attention._attn = functools.partial(new_attn, layer.attention)

Usa los FlashAttention núcleos para la atención de las consultas agrupadas

SMP v2 también admite FlashAttentionnúcleos para la atención por consultas agrupadas (GQA) 
y facilita su aplicación a varios escenarios para los modelos de Hugging Face Transformer. A 
diferencia de la arquitectura de atención original, GQA divide en partes iguales los encabezados 
de consulta en grupos, y los encabezados de consulta del mismo grupo comparten los mismos 
encabezados clave y de valor. Por lo tanto, las cabeceras q y kv se pasan a la llamada directa por 
separado. Nota: El número de cabezales q debe ser divisible por el número de cabezales kv.
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Ejemplo de uso FlashGroupedQueryAttention

El siguiente fragmento de código muestra cómo utilizar la the section called 
“torch.sagemaker.nn.attn.FlashGroupedQueryAttention” API proporcionada por SMP v2.

from transformers.models.llama.modeling_llama import LlamaAttention
from torch.sagemaker.nn.attn import FlashGroupedQueryAttention

class LlamaFlashAttention(LlamaAttention): 
    def __init__(self, config: LlamaConfig): 
        super().__init__(config) 

        self.flash_attn = FlashGroupedQueryAttention( 
            attention_dropout_prob=0.0, 
        ) 
         
    def forward( 
        self, 
        hidden_states: torch.Tensor, 
        attention_mask: Optional[torch.Tensor] = None, 
        position_ids: Optional[torch.LongTensor] = None, 
        ... 
    ): 
        query_states = self.q_proj(hidden_states) 
        key_states = self.k_proj(hidden_states) 
        value_states = self.v_proj(hidden_states) 
        ... 
        kv = (key_states, value_states) 
        attn_output = self.flash_attn( 
            query_states, 
            kv, 
            attn_mask=attention_mask, 
            causal=True, 
            layout="b h s d", 
        ) 
        ... 
        attn_output = self.o_proj(attn_output) 
        ... 
        return attn_output

La biblioteca SMP también proporcionathe section called 
“torch.sagemaker.nn.huggingface.llama_flashattn.LlamaFlashAttention”, que 
utiliza la the section called “torch.sagemaker.nn.attn.FlashGroupedQueryAttention”
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API en un nivel bajo. Hugging Face Transformers tiene una implementación similar
LlamaFlashAttention2llamada desde la v4.36.0. El siguiente fragmento de código muestra cómo 
usar la API SMP v2 o la LlamaFlashAttention API Transformers para reemplazar las capas de 
atención de un modelo de LlamaFlashAttention2 Llama existente.

from torch.sagemaker.nn.huggingface.llama_flashattn import LlamaFlashAttention
from transformers.models.llama.modeling_llama import LlamaFlashAttention2

flash_attn_class = LlamaFlashAttention # or flash_attn_class = LlamaFlashAttention2

attn_name = "self_attn"
for layer in model.model.layers: 
    prev_layer = getattr(layer, attn_name) 
    setattr(layer, attn_name, flash_attn_class(model.config))

Guarde y cargue los puntos de control mientras usa SMP

La biblioteca SMP admite PyTorch las API para los puntos de control y proporciona API que ayudan 
a realizar los controles correctamente mientras se utiliza la biblioteca SMP.

PyTorch El FSDP admite tres tipos de puntos de control: completos, fragmentados y locales. Estos 
sirven para diferentes propósitos. Lo ideal sería utilizar un punto de control completo solo al exportar 
el modelo una vez finalizado el entrenamiento, ya que generar un punto de control completo es 
caro. El punto de control fragmentado es el enfoque recomendado para guardar y cargar los puntos 
de control durante el entrenamiento. Al utilizar puntos de control fragmentados, también puedes 
cambiar el tamaño del clúster al reanudar el entrenamiento. Los puntos de control locales son 
más restrictivos. Con los puntos de control locales, es necesario reanudar el entrenamiento con el 
mismo número de GPU y, actualmente, no se admite el paralelismo tensorial con SMP. Tenga en 
cuenta que los puntos de control del FSDP requieren la escritura en un sistema de archivos de red 
compartido, como FSx.

Puntos de control compartidos

El siguiente procedimiento describe lo que debe hacer para adaptar su guion de entrenamiento a 
fin de guardar y cargar puntos de control fragmentados con o sin la función de paralelismo tensorial 
SMP.

1. torch.sagemakerImporte el paquete SMP.

import torch.sagemaker as tsm
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2. Configure variables auxiliares para guardar y cargar los puntos de control.

a. Establezca un rango de coordinador para realizar operaciones colectivas comunicativas, tales 
como. AllReduce

coordinator_rank: int = min(dist.get_process_group_ranks(model.process_group))

b. Con las torch.sagemaker.state enumeraciones, configure el rango de acción para 
determinar si se debe permitir que los rangos participen en los puntos de control. Y añada una 
sentencia if para guardar los puntos de control en función del uso del paralelismo tensorial SMP 
v2.

action_rank: bool = global_rank < (tsm.state.hybrid_shard_degree * 
 tsm.state.tp_size)

if tsm.state.tp_size > 1: 
    # Tensor parallel groups will have their own sub directories. 
    sub_dir = f"tp{tsm.state.tp_size}-{tsm.state.tp_rank}"
else: 
    sub_dir = ""

3. Siga usando las API de puntos de control del PyTorch FSDP tal como están.

El siguiente ejemplo de código muestra un script de entrenamiento completo del PyTorch FSDP con 
las API de puntos de control del FSDP.

import torch.distributed as dist
from torch.distributed.checkpoint.optimizer import ( 
    load_sharded_optimizer_state_dict
)
from torch.distributed.fsdp import ( 
    FullyShardedDataParallel as FSDP, 
    StateDictType
)
import torch.sagemaker as tsm

sharding_strategy, state_dict_type = ..., ...
global_rank = dist.get_rank()

# 0. Auxiliary variables to save and load checkpoints.

# Used when performing comm collectives such as allreduce.
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coordinator_rank: int = min(dist.get_process_group_ranks(model.process_group))

# To determine whether to take part in checkpointing.
action_rank: bool = global_rank < (tsm.state.hybrid_shard_degree * tsm.state.tp_size)

if tsm.state.tp_size > 1: 
    # Tensor parallel groups will have their own sub directories. 
    sub_dir = f"tp{tsm.state.tp_size}-{tsm.state.tp_rank}"
else: 
    sub_dir = ""

# 1. Save checkpoints.
with FSDP.state_dict_type(model, StateDictType.SHARDED_STATE_DICT): 
    state_dict = { 
       "model": model.state_dict(), 
       "optimizer": FSDP.optim_state_dict(model, optimizer), 
        # Potentially add more customized state dicts. 
    } 
  
 # Save from one single replication group. 
 if action_rank: 
    dist.checkpoint.save_state_dict( 
        state_dict=state_dict, 
        storage_writer=dist.checkpoint.FileSystemWriter(os.path.join(save_dir, 
 sub_dir)), 
        process_group=model.process_group, 
        coordinator_rank=coordinator_rank, 
    )

# 2. Load checkpoints.
with FSDP.state_dict_type(model, StateDictType.SHARDED_STATE_DICT): 
    # 2.1 Load model and everything else except the optimizer. 
    state_dict = { 
        # All states except optimizer state can be passed here. 
        "model": model.state_dict() 
    } 
     
    dist.checkpoint.load_state_dict( 
        state_dict=state_dict, 
        storage_reader=dist.checkpoint.FileSystemReader(os.path.join(load_dir, 
 sub_dir)), 
        process_group=model.process_group, 
        coordinator_rank=coordinator_rank, 
    ) 
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    model.load_state_dict(state_dict["model"]) 
    # Potentially process more customized and non-optimizer dict states. 
     
    # 2.2 Load optimizer. 
    optim_state = load_sharded_optimizer_state_dict( 
        model_state_dict=state_dict["model"], 
        optimizer_key="optimizer", 
        storage_reader=dist.checkpoint.FileSystemReader(os.path.join(load_dir, 
 sub_dir)), 
        process_group=model.process_group, 
    ) 
    flattened_optimizer_state = FSDP.optim_state_dict_to_load( 
        optim_state["optimizer"], model, optimizer, group=model.process_group, 
    ) 
    optimizer.load_state_dict(flattened_optimizer_state)

Puntos de control de modelo completo

Al final del entrenamiento, puede guardar un punto de control completo que combine todos los 
fragmentos de un modelo en un único archivo de puntos de control del modelo. La biblioteca SMP es 
totalmente compatible con la API de puntos de control del modelo PyTorch completo, por lo que no 
es necesario realizar ningún cambio.

Tenga en cuenta que si utiliza el SMPthe section called “Paralelismo de tensores”, la biblioteca 
SMP transforma el modelo. Al comprobar el modelo completo en este caso, la biblioteca SMP 
vuelve a traducir el modelo al formato de punto de control Hugging Face Transformers de forma 
predeterminada.

En los casos en los que entrenes con el paralelismo tensorial SMP y desactives el proceso 
de traducción SMP, puedes usar el translate_on_save argumento de la PyTorch
FullStateDictConfig API para activar o desactivar la traducción automática SMP según 
sea necesario. Por ejemplo, si te estás centrando en entrenar un modelo, no necesitas añadir 
el proceso de traducción, lo que supone una sobrecarga. En ese caso, le recomendamos que 
configuretranslate_on_save=False. Además, si planea seguir utilizando la traducción SMP del 
modelo para seguir formándose en el futuro, también puede desactivarla para guardar la traducción 
SMP del modelo para su uso posterior. Es necesario volver a traducir el modelo al formato de punto 
de control del modelo Hugging Face Transformers cuando termines el entrenamiento de tu modelo y 
lo utilices como inferencia.

from torch.distributed.fsdp import FullyShardedDataParallel as FSDP
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from torch.distributed.fsdp import FullStateDictConfig
import torch.sagemaker as tsm

# Save checkpoints.
with FSDP.state_dict_type( 
    model,  
    StateDictType.FULL_STATE_DICT,  
    FullStateDictConfig( 
        rank0_only=True, offload_to_cpu=True, 
         # Default value is to translate back to Hugging Face Transformers format, 
        # when saving full checkpoints for models trained with SMP tensor parallelism. 
        # translate_on_save=True
    ),
): 
    state_dict = model.state_dict() 
    if dist.get_rank() == 0: 
        logger.info("Processed state dict to save. Starting write to disk now.") 
        os.makedirs(save_dir, exist_ok=True) 
        # This name is needed for HF from_pretrained API to work. 
        torch.save(state_dict, os.path.join(save_dir, "pytorch_model.bin")) 
        hf_model_config.save_pretrained(save_dir) 
    dist.barrier()

Ten en cuenta que la opción FullStateDictConfig(rank0_only=True, 
offload_to_cpu=True) consiste en recopilar el modelo en la CPU del dispositivo de rango 0 para 
ahorrar memoria al entrenar modelos grandes.

Para volver a cargar el modelo para su inferencia, haga lo que se muestra en el siguiente ejemplo 
de código. Ten en cuenta que la clase AutoModelForCausalLM podría cambiar a otras clases 
de creación de factores en Hugging Face Transformers, por ejemplo, AutoModelForSeq2SeqLM
según tu modelo. Para obtener más información, consulte la documentación de Hugging Face 
Transformers.

from transformers import AutoModelForCausalLM
model = AutoModelForCausalLM.from_pretrained(save_dir)

SageMaker mejores prácticas de paralelismo de modelos distribuidos

Utilice las siguientes pautas cuando ejecute un trabajo de entrenamiento distribuido con la biblioteca 
paralela de SageMaker modelos v2 (SMP v2).
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Establecer la configuración correcta para la formación distribuida

Para estimar y encontrar el mejor punto de partida para aplicar las técnicas de formación distribuida 
que ofrece SMP v2, consulte la siguiente lista. Cada elemento de la lista analiza las ventajas de 
utilizarlas the section called “Características principales de SMP v2” junto con las posibles ventajas y 
desventajas.

Sugerencias de configuración

Esta sección proporciona pautas sobre cómo decidir cuáles son las mejores configuraciones de 
modelo para lograr un rendimiento óptimo con los requisitos globales de tamaño de lote.

En primer lugar, recomendamos las siguientes configuraciones, independientemente del tamaño del 
modelo.

1. Usa el tipo de instancia más potente que puedas usar.

2. Activa la precisión mixta en todo momento, ya que ofrece beneficios sustanciales en cuanto a 
rendimiento y reducción de memoria. Le recomendamos que lo utilicebfloat16, ya que es más 
preciso quefloat16.

3. Active la biblioteca de paralelismo de datos SageMaker distribuidos (en lugar de usar 
NCCL) siempre que sea posible, como se muestra en la siguiente imagen. the section called 
“Compatibilidad con la biblioteca SMDDP” Una excepción son los casos de tensor-parallelism-only 
uso (y). hybrid_shard_degree = 1 tensor_paralle_degree > 1

4. Si su modelo tiene más de 60 000 millones de parámetros, le recomendamos que lo utilicethe 
section called “Inicialización retrasada de los parámetros”. También puede utilizar la inicialización 
diferida de los parámetros para acelerar la inicialización de cualquier modelo.

5. Le recomendamos que la active. the section called “Puntos de control de activación”

Según el tamaño del modelo, le recomendamos que comience con las siguientes instrucciones.

1. Utilice el paralelismo de datos fragmentados.

a. En función del tamaño del lote que desee incluir en la memoria de la GPU, elija el grado de 
paralelismo de datos fragmentados adecuado. Normalmente, deberías empezar con el grado 
más bajo para que el modelo quepa en la memoria de la GPU y, al mismo tiempo, minimizar 
la sobrecarga que supone la comunicación de red. Si ves una advertencia de que se está 
vaciando la memoria caché, te recomendamos que aumentes el grado de fragmentación.
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b. Determine en world_size función del tamaño máximo del lote local y del tamaño de lote 
global requerido, si lo hubiera.

c. Puede experimentar con la activación y la descarga. Dependiendo de las situaciones, puede 
satisfacer tus necesidades de memoria sin tener que aumentar el grado de fragmentación, lo 
que se traduce en menos comunicación.

2. Utilice el paralelismo de datos fragmentados del PyTorch FSDP y el paralelismo tensorial del SMP 
v2 de forma simultánea, tal y como se presenta en. the section called “Paralelismo de tensores”

a. Cuando se entrena en clústeres grandes, solo con el FSDP, el tamaño del lote global puede 
llegar a ser demasiado grande y provocar problemas de convergencia para el modelo. Por lo 
general, la mayoría de los trabajos de investigación mantienen el tamaño del lote por debajo 
de los 4 millones de fichas. En este caso, puede resolver el problema componiendo el PyTorch 
FSDP con el paralelismo tensorial del SMP v2 para reducir el tamaño del lote.

Por ejemplo, si tiene 256 nodos y una longitud de secuencia de 4096, incluso un tamaño de 
lote de 1 por GPU da como resultado un tamaño de lote global de 8 millones de tokens. Sin 
embargo, cuando se utiliza un paralelismo tensorial de grado 2 y un tamaño de lote de 1 por 
grupo de tensores paralelos, se convierte en 1/2 lote por GPU, lo que se traduce en 4 millones 
de fichas.

b. Cuando se entrena con contextos de gran longitud, como 8 000 o 16 000, la memoria de 
activación puede agotarse considerablemente. El FSDP no fragmenta las activaciones, y las 
activaciones pueden provocar que las GPU se queden sin memoria. En estos casos, puedes 
entrenar de forma eficiente componiendo el PyTorch FSDP con el paralelismo tensorial del 
SMP v2.

Configuraciones de referencia

El equipo de formación en paralelismo de SageMaker modelos proporciona los siguientes puntos 
de referencia basados en experimentos con el modelo Llama 2 en ml.p4d.24xlarge instancias, 
con una longitud de secuencia de 4096, y transformados al modelo SMP con. the section called 
“torch.sagemaker.transform”

SageMaker biblioteca de paralelismo de modelos v2 3820



Amazon SageMaker Guía para desarrolladores

Modelo Tamaño 
del 
modelo 
(número 
de 
parámetro 
s del 
modelo)

El 
número 
de 
instancia 
s

Grado de 
paralelis 
mo de 
datos 
partidos

Grado 
de tensor 
paralelo

Puntos 
de 
control 
de 
activació 
n

Descarga 
de 
activació 
n

Tamaño 
de lote

7B 1 8 1 TRUE FALSE 4

70B 32 256 1 TRUE FALSE 2

Llama 2

175B 64 128 4 TRUE TRUE 6

Puede extrapolar de las configuraciones anteriores para estimar el uso de la memoria de la GPU 
para la configuración del modelo. Por ejemplo, si aumenta la longitud de la secuencia de un modelo 
de 10 mil millones de parámetros o aumenta el tamaño del modelo a 20 mil millones, es posible que 
desee reducir primero el tamaño del lote. Si el modelo sigue sin encajar, intente aumentar el grado 
de paralelismo de tensores.

Supervisión y registro de un trabajo de formación mediante la SageMaker consola y Amazon 
CloudWatch

Para monitorear las métricas a nivel del sistema, como el uso de la memoria de la CPU, el uso 
de la memoria de la GPU y el uso de la GPU, utilice la visualización proporcionada a través de la 
SageMaker consola.

1. En el panel de navegación situado a la izquierda, seleccione Entrenamiento.

2. Seleccione Trabajos de entrenamiento.

3. En el panel principal, seleccione el nombre del trabajo de entrenamiento para el que quiera ver 
más detalles.

4. Examine el panel principal y busque la sección Monitor para ver la visualización automatizada.

5. Para ver los registros de trabajos de entrenamiento, seleccione Ver registros en la sección
Monitor. Puede acceder a los registros de trabajos de formación distribuidos del trabajo de 
formación en. CloudWatch Si inició el entrenamiento distribuido de varios nodos, debería ver 
varias secuencias de registro con etiquetas en el formato de algo-n-1234567890. El flujo de 
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registro algo-1 realiza un seguimiento de los registros de entrenamiento desde el nodo principal 
(0.º).

Para obtener más información, consulte Supervisa y analiza los trabajos de formación con Amazon 
CloudWatch Metrics.

Permisos

Para ejecutar un trabajo de SageMaker formación con un paralelismo de modelos, asegúrese de 
tener los permisos correctos en su función de IAM, como los siguientes:

• Para utilizar FSx para Lustre, agregue AmazonFSxFullAccess.

• Para utilizar Amazon S3 como canal de datos, agregue AmazonS3FullAccess.

• Para utilizar Docker, cree su propio contenedor y enviarlo a Amazon ECR, agregue
AmazonEC2ContainerRegistryFullAccess.

• Para tener acceso completo y utilizar todo el conjunto de SageMaker funciones, añada.
AmazonSageMakerFullAccess

La referencia de la biblioteca paralela de SageMaker modelos v2

Las siguientes son referencias para la biblioteca paralela de SageMaker modelos v2 (SMP v2).

Temas

• Parámetros de configuración de las funciones principales del SMP v2

• Referencia torch.sagemaker para el paquete SMP v2

• Actualización de SMP v1 a SMP v2

Parámetros de configuración de las funciones principales del SMP v2

La siguiente es una lista completa de los parámetros para activar y configurar elthe section called 
“Características principales de SMP v2”. Deben escribirse en formato JSON y pasarse al PyTorch 
estimador del SDK de SageMaker Python o guardarse como un archivo JSON para. SageMaker 
HyperPod

{ 
    "hybrid_shard_degree": Integer, 
    "sm_activation_offloading": Boolean, 
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    "activation_loading_horizon": Integer, 
    "fsdp_cache_flush_warnings": Boolean, 
    "allow_empty_shards": Boolean, 
    "tensor_parallel_degree": Integer, 
    "tensor_parallel_seed": Integer
}

• hybrid_shard_degree(Entero): especifica un grado de paralelismo fragmentado. El valor debe 
ser un número entero comprendido entre y. 0 world_size El valor predeterminado es 0.

• Si se establece en0, recurre a la PyTorch implementación nativa y a la API del script cuando
tensor_parallel_degree es 1. De lo contrario, calcula el mayor tamaño posible en
hybrid_shard_degree función de tensor_parallel_degree yworld_size. Si se 
recurre a los casos de uso nativos del PyTorch FSDP, si FULL_SHARD es la estrategia que 
se utiliza, se divide en todo el clúster de GPU. Si HYBRID_SHARD o _HYBRID_SHARD_ZERO2
fue la estrategia, equivale a 8. hybrid_shard_degree Cuando el paralelismo tensorial está 
habilitado, se fragmenta según lo revisado. hybrid_shard_degree

• Si se establece en1, recurre a la PyTorch implementación nativa y a la API del script cuando es
NO_SHARD 1. tensor_parallel_degree De lo contrario, es equivalente a NO_SHARD dentro 
de cualquier grupo tensor paralelo dado.

• Si se establece en un número entero entre 2 yworld_size, la fragmentación se produce 
en el número especificado de GPU. Si no lo configuras sharding_strategy en el script 
del FSDP, se anula a. HYBRID_SHARD Si lo configura_HYBRID_SHARD_ZERO2, se usará el
sharding_strategy que especifique.

• sm_activation_offloading(Boolean): especifica si se debe habilitar la implementación 
de descarga y activación de SMP. SiFalse, la descarga utiliza la implementación 
nativa. PyTorch SiTrue, utiliza la implementación de descarga y activación de 
SMP. También debe usar la PyTorch activación offload wrapper () en su script.
torch.distributed.algorithms._checkpoint.checkpoint_wrapper.offload_wrapper
Para obtener más información, consulte the section called “Descarga de activación”. El valor 
predeterminado es True.

• activation_loading_horizon(Entero): un número entero que especifica el tipo de horizonte 
de descarga de activación para el FSDP. Es el número máximo de capas descargadas o con 
puntos de control cuyas entradas pueden estar simultáneamente en la memoria de la GPU. Para 
obtener más información, consulte the section called “Descarga de activación”. El valor de entrada 
debe ser un número entero positivo. El valor predeterminado es 2.
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• fsdp_cache_flush_warnings(Booleano): detecta y advierte si se producen descargas 
de caché en el administrador de PyTorch memoria, ya que pueden reducir el rendimiento 
computacional. El valor predeterminado es True.

• allow_empty_shards(Booleano): si se deben permitir fragmentos vacíos al fragmentar tensores 
si el tensor no es divisible. Se trata de una solución experimental para evitar que se produzcan 
bloqueos durante los puntos de control en determinadas situaciones. Al deshabilitar esto, se vuelve 
al comportamiento original PyTorch . El valor predeterminado es False.

• tensor_parallel_degree(Entero): especifica el grado de paralelismo del tensor. El valor debe 
estar comprendido entre y. 1 world_size El valor predeterminado es 1. Pasar un valor mayor 
que 1 no habilita el paralelismo tensorial automáticamente. También necesitas usar la the section 
called “torch.sagemaker.transform” API para incluir el modelo en tu script de entrenamiento. 
Para obtener más información, consulte the section called “Paralelismo de tensores”.

• tensor_parallel_seed(Entero): un número inicial para las operaciones aleatorias en los 
módulos distribuidos en tensor-paralelo. Esta semilla se agregará al rango paralelo del tensor para 
establecer la semilla real de cada rango. Es único para cada rango de tensor paralelo. SMP v2 se 
asegura de que la generación de números aleatorios en los rangos paralelos tensoriales coincida 
con el caso de paralelismo no tensorial. Para obtener más información, consulte the section called 
“Paralelismo de tensores”.

Referencia torch.sagemaker para el paquete SMP v2

Esta sección es una referencia para el torch.sagemaker paquete proporcionado por SMP v2.

Temas

• torch.sagemaker.delayed_param.DelayedParamIniter

• torch.sagemaker.nn.attn.FlashSelfAttention

• torch.sagemaker.nn.attn.FlashGroupedQueryAttention

• torch.sagemaker.nn.huggingface.llama_flashattn.LlamaFlashAttention

• torch.sagemaker.transform

• torch.sagemakerFunciones y propiedades de util

torch.sagemaker.delayed_param.DelayedParamIniter

Una API para aplicarla the section called “Inicialización retrasada de los parámetros” a un PyTorch 
modelo.
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class torch.sagemaker.delayed_param.DelayedParamIniter( 
    model: nn.Module, 
    init_method_using_config : Callable = None, 
    verbose: bool = False,
)

Parámetros

• model(nn.Module): un PyTorch modelo para empaquetar y aplicar la funcionalidad de 
inicialización diferida de parámetros de SMP v2.

• init_method_using_config(Llamable): si usa la implementación tensorial paralela de 
SMP v2 o es compatiblethe section called “Modelos de Hugging Face Transformer compatibles 
con el paralelismo tensorial SMP”, mantenga este parámetro en el valor predeterminado, 
que es. None De forma predeterminada, la DelayedParamIniter API descubre cómo 
inicializar correctamente el modelo dado. Para cualquier otro modelo, debe crear una función 
de inicialización de parámetros personalizada y añadirla al script. El siguiente fragmento de 
código es la init_method_using_config función predeterminada que SMP v2 implementó 
para. the section called “Modelos de Hugging Face Transformer compatibles con el paralelismo 
tensorial SMP” Utilice el siguiente fragmento de código como referencia para crear su propia 
función de configuración de inicialización, añadirla al script y pasarla al parámetro de la
init_method_using_config API SMP. DelayedParamIniter

from torch.sagemaker.utils.module_utils import empty_module_params, 
 move_buffers_to_device

# Define a custom init config function.
def custom_init_method_using_config(module): 
    d = torch.cuda.current_device() 
    empty_module_params(module, device=d) 
    if isinstance(module, (nn.Linear, Conv1D)): 
        module.weight.data.normal_(mean=0.0, std=config.initializer_range) 
        if module.bias is not None: 
            module.bias.data.zero_() 
    elif isinstance(module, nn.Embedding): 
        module.weight.data.normal_(mean=0.0, std=config.initializer_range) 
        if module.padding_idx is not None: 
            module.weight.data[module.padding_idx].zero_() 
    elif isinstance(module, nn.LayerNorm): 
        module.weight.data.fill_(1.0) 
        module.bias.data.zero_() 

SageMaker biblioteca de paralelismo de modelos v2 3825



Amazon SageMaker Guía para desarrolladores

    elif isinstance(module, LlamaRMSNorm): 
        module.weight.data.fill_(1.0) 
    move_buffers_to_device(module, device=d)

delayed_initer = DelayedParamIniter(model, 
 init_method_using_config=custom_init_method_using_config)

Para obtener más información sobre torch.sagemaker.module_util las funciones del 
fragmento de código anterior, consulte. the section called “torch.sagemakerFunciones y 
propiedades de util”

• verbose(Booleano): si se debe permitir un registro más detallado durante la inicialización y la 
validación. El valor predeterminado es False.

Métodos

• get_param_init_fn()— Devuelve la función de inicialización de parámetros que se puede 
pasar al param_init_fn argumento de la clase contenedora FSDP. PyTorch

• get_post_param_init_fn()— Devuelve la función de inicialización de parámetros que se 
puede pasar al post_param_init_fn argumento de la clase contenedora del FSDP. PyTorch 
Esto es necesario cuando se han vinculado pesas en el modelo. El modelo debe implementar 
el métodotie_weights. Para obtener más información, consulte las notas sobre el peso atado
enthe section called “Inicialización retrasada de los parámetros”.

• count_num_params(module: nn.Module, *args: Tuple[nn.Parameter]) — Realiza 
un seguimiento del número de parámetros que está inicializando la función de inicialización de 
parámetros. Esto ayuda a implementar el siguiente validate_params_and_buffers_inited
método. Por lo general, no es necesario llamar a esta función de forma explícita, ya que el
validate_params_and_buffers_inited método llama implícitamente a este método en el 
backend.

• validate_params_and_buffers_inited(enabled: bool=True): se trata de un 
administrador de contexto que ayuda a validar que el número de parámetros inicializados coincide 
con el número total de parámetros del modelo. También valida que todos los parámetros y búferes 
estén ahora en dispositivos GPU y no en metadispositivos. Surge AssertionErrors si no se 
cumplen estas condiciones. Este administrador de contexto solo es opcional y no es necesario que 
lo utilice para inicializar los parámetros.
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torch.sagemaker.nn.attn.FlashSelfAttention

Una API para usar the section called “FlashAttention” con SMP v2.

class torch.sagemaker.nn.attn.FlashSelfAttention( 
   attention_dropout_prob: float = 0.0, 
   scale: Optional[float] = None, 
   triton_flash_attention: bool = False, 
   use_alibi: bool = False,
)

Parámetros

• attention_dropout_prob(flotante): la probabilidad de abandono que se aplica a la atención. El 
valor predeterminado es 0.0.

• scale(flotante): si se aprueba, este factor de escala se aplicará a softmax. Si se 
establece en None (que también es el valor predeterminado), el factor de escala es1 / 
sqrt(attention_head_size). El valor predeterminado es None.

• triton_flash_attention(bool): si se aprueba, se utilizará la implementación Triton de 
flash attention. Esto es necesario para apoyar la atención con sesgos lineales (ALiBi) (consulte 
el siguiente use_alibi parámetro). Esta versión del núcleo no admite el abandono. El valor 
predeterminado es False.

• use_alibi(bool): si se aprueba, activa la función Atención con sesgos lineales (ALiBi) utilizando 
la máscara proporcionada. Cuando se usa ALiBi, necesita una máscara de atención preparada de 
la siguiente manera. El valor predeterminado es False.

def generate_alibi_attn_mask(attention_mask, batch_size, seq_length,  
    num_attention_heads, alibi_bias_max=8): 
    device, dtype = attention_mask.device, attention_mask.dtype 
    alibi_attention_mask = torch.zeros( 
        1, num_attention_heads, 1, seq_length, dtype=dtype, device=device 
    ) 

    alibi_bias = torch.arange(1 - seq_length, 1, dtype=dtype, device=device).view( 
        1, 1, 1, seq_length 
    ) 
    m = torch.arange(1, num_attention_heads + 1, dtype=dtype, device=device) 
    m.mul_(alibi_bias_max / num_attention_heads) 
    alibi_bias = alibi_bias * (1.0 / (2 ** m.view(1, num_attention_heads, 1, 1))) 
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    alibi_attention_mask.add_(alibi_bias) 
    alibi_attention_mask = alibi_attention_mask[..., :seq_length, :seq_length] 
    if attention_mask is not None and attention_mask.bool().any(): 
        alibi_attention_mask.masked_fill( 
            attention_mask.bool().view(batch_size, 1, 1, seq_length), float("-inf") 
        ) 

    return alibi_attention_mask

Métodos

• forward(self, qkv, attn_mask=None, causal=False, cast_dtype=None, 
layout="b h s d")— Una función PyTorch modular normal. Cuando se module(x) llama a, 
SMP ejecuta esta función automáticamente.

• qkv— torch.Tensor de la siguiente forma: (batch_size x seqlen x (3 x 
num_heads) x head_size) o(batch_size, (3 x num_heads) x seqlen 
x head_size), una tupla de torch.Tensors cada una de las cuales puede tener 
forma(batch_size x seqlen x num_heads x head_size), o. (batch_size x 
num_heads x seqlen x head_size) Se debe pasar un diseño de diseño adecuado en 
función de la forma.

• attn_mask— torch.Tensor de la siguiente forma. (batch_size x 1 x 1 
x seqlen) Para activar este parámetro de máscara de atención, se requieren
triton_flash_attention=True yuse_alibi=True. Para aprender a generar una 
máscara de atención con este método, consulte los ejemplos de código enthe section called 
“FlashAttention”. El valor predeterminado es None.

• causal— Si se establece enFalse, que es el valor por defecto del argumento, no se aplica 
ninguna máscara. Si se establece enTrue, el forward método utiliza la máscara triangular 
inferior estándar. El valor predeterminado es False.

• cast_dtype— Cuando se establece en una determinadadtype, proyecta los qkv tensores 
hacia esa posición dtype anteriorattn. Esto es útil para implementaciones como el modelo 
Hugging Face Transformer GPT-Neox, que tiene q y con incrustaciones rotativas posteriores. k
fp32 Si se establece en, no se aplica ningún molde. None El valor predeterminado es None.

• layout(cadena): los valores disponibles son b h s d ob s h d. Debe ajustarse a la 
disposición de los qkv tensores pasados, de modo que se puedan aplicar las transformaciones 
adecuadas. attn El valor predeterminado es b h s d.
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Devuelve

Un sencillo torch.Tensor con forma. (batch_size x num_heads x seq_len x 
head_size)

torch.sagemaker.nn.attn.FlashGroupedQueryAttention

Una API para usar FlashGroupedQueryAttention con SMP v2. Para obtener más información 
sobre el uso de esta API, consultethe section called “Usa los FlashAttention núcleos para la atención 
de las consultas agrupadas”.

class torch.sagemaker.nn.attn.FlashGroupedQueryAttention( 
    attention_dropout_prob: float = 0.0, 
    scale: Optional[float] = None,
)

Parámetros

• attention_dropout_prob(flotante): la probabilidad de abandono que se aplica a la atención. El 
valor predeterminado es 0.0.

• scale(flotante): si se aprueba, este factor de escala se aplica a softmax. Si se establece enNone,
1 / sqrt(attention_head_size) se utiliza como factor de escala. El valor predeterminado 
es None.

Métodos

• forward(self, q, kv, causal=False, cast_dtype=None, layout="b s h d")— 
Una función PyTorch de módulo normal. Cuando se module(x) llama a, SMP ejecuta esta 
función automáticamente.

• q— torch.Tensor de la siguiente forma (batch_size x seqlen x num_heads x 
head_size) o(batch_size x num_heads x seqlen x head_size). Se debe aprobar el 
arg de diseño adecuado en función de la forma.

• kv— torch.Tensor de la siguiente forma (batch_size x seqlen x (2 x num_heads) 
x head_size) o(batch_size, (2 x num_heads) x seqlen x head_size), o una 
tupla de dos torch.Tensor s, cada una de las cuales puede tener la forma (batch_size 
x seqlen x num_heads x head_size) o. (batch_size x num_heads x seqlen x 
head_size) También se debe pasar el layout argumento apropiado en función de la forma.
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• causal— Cuando se establece enFalse, que es el valor por defecto del argumento, no 
se aplica ninguna máscara. Si se establece enTrue, el forward método utiliza la máscara 
triangular inferior estándar. El valor predeterminado es False.

• cast_dtype— Cuando se establece en un tipo d en particular, proyecta los qkv tensores a ese 
tipo d anterior. attn Esto es útil para implementaciones como Hugging Face Transformers GPT-
Neox, que tiene incrustaciones posteriores a la rotación. q,k fp32 Si se establece en, no se 
aplica ningún molde. None El valor predeterminado es None.

• diseño (cadena): los valores disponibles son "b h s d" o"b s h d". Debe ajustarse al 
diseño de los qkv tensores pasados, de modo que se puedan aplicar las transformaciones 
adecuadas. attn El valor predeterminado es "b h s d".

Devuelve

Devuelve un sencillo torch.Tensor (batch_size x num_heads x seq_len x head_size)
que representa el resultado del cálculo de la atención.

torch.sagemaker.nn.huggingface.llama_flashattn.LlamaFlashAttention

Una API compatible con FlashAttention el modelo Llama. Esta API usa la the section called 
“torch.sagemaker.nn.attn.FlashGroupedQueryAttention” API a un nivel bajo. Para 
obtener información sobre cómo utilizarla, consultethe section called “Usa los FlashAttention núcleos 
para la atención de las consultas agrupadas”.

class torch.sagemaker.nn.huggingface.llama_flashattn.LlamaFlashAttention( 
    config: LlamaConfig
)

Parámetros

• config— Una FlashAttention configuración para el modelo Llama.

Métodos

• forward(self, hidden_states, attention_mask, position_ids, 
past_key_value, output_attentions, use_cache)

• hidden_states(torch.Tensor) — Estados ocultos de un tensor en forma de(batch_size 
x seq_len x num_heads x head_size).
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• attention_mask(torch.LongTensor) — Máscara para evitar prestar atención a rellenar los 
índices simbólicos en forma de. (batch_size x seqlen) El valor predeterminado es None.

• position_ids(torch.LongTensor) — Cuando no lo estáNone, tiene la forma de
(batch_size x seqlen) indicar los índices de posición de cada token de secuencia de 
entrada en las incrustaciones de posiciones. El valor predeterminado es None.

• past_key_value(Caché): estados ocultos precalculados (clave y valores en los bloques de 
autoatención y en los bloques de atención cruzada). El valor predeterminado es None.

• output_attentions(bool): indica si se deben devolver los tensores de atención de todas las 
capas de atención. El valor predeterminado es False.

• use_cache(bool): indica si se deben devolver past_key_values los estados de los valores 
clave. El valor predeterminado es False.

Devuelve

Devuelve un sencillo torch.Tensor (batch_size x num_heads x seq_len x head_size)
que representa el resultado del cálculo de la atención.

torch.sagemaker.transform

SMP v2 proporciona esta torch.sagemaker.transform() API para transformar los modelos de 
Hugging Face Transformer en implementaciones de modelos SMP y habilitar el paralelismo tensorial 
SMP.

torch.sagemaker.transform( 
    model: nn.Module,  
    device: Optional[torch.device] = None,  
    dtype: Optional[torch.dtype] = None,  
    config: Optional[Dict] = None,  
    load_state_dict_from_rank0: bool = False
)

SMP v2 mantiene políticas de transformación para el the section called “Modelos de Hugging Face 
Transformer compatibles con el paralelismo tensorial SMP” al convertir la configuración de los 
modelos Hugging Face Transformer en la configuración del transformador SMP.

Parámetros
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• model(torch.nn.Module): un modelo the section called “Modelos de Hugging Face Transformer 
compatibles con el paralelismo tensorial SMP” para transformar y aplicar la función de paralelismo 
tensorial de la biblioteca SMP.

• device(torch.device) — Si se aprueba, se crea un nuevo modelo en este dispositivo. 
Si el módulo original tiene algún parámetro en el metadispositivo (consultethe section called 
“Inicialización retrasada de los parámetros”), el módulo transformado también se creará en el 
metadispositivo, ignorando el argumento que se incluye aquí. El valor predeterminado es None.

• dtype(torch.dtype) — Si se aprueba, lo establece como el administrador de contexto de dtype 
para la creación del modelo y crea un modelo con este dtype. Por lo general, esto no es necesario, 
ya que queremos crear el modelo fp32 cuando lo usamosMixedPrecision, y fp32 es el dtype 
predeterminado. PyTorch El valor predeterminado es None.

• config(dict): este es un diccionario para configurar el transformador SMP. Las siguientes son las 
claves disponibles. El valor predeterminado es None.

• sequence_parallel(Booleano): booleano que especifica si se debe utilizar el paralelismo 
de secuencias. El paralelismo secuencial divide las secuencias de entrada a lo largo de las 
dimensiones de la secuencia para mejorar la eficiencia de la memoria. El valor predeterminado 
es True.

• load_state_dict_from_rank0(Booleano): de forma predeterminada, este módulo crea una 
nueva instancia del modelo con nuevos pesos. Cuando este argumento se establece enTrue, 
SMP intenta cargar el diccionario de estados del PyTorch modelo original desde el rango 0 en un 
modelo transformado para el grupo paralelo de tensores del que forma parte el rango 0. Cuando 
se establece enTrue, el rango 0 no puede tener ningún parámetro en el metadispositivo. Solo el 
primer grupo de tensores paralelos completa los pesos del rango 0 después de esta llamada a 
la transformación. Debe sync_module_states configurarlo True en el contenedor FSDP para 
obtener estos pesos del primer grupo de tensores paralelos a todos los demás procesos. Con 
esta opción activada, la biblioteca SMP carga el diccionario de estados del modelo original. La 
biblioteca SMP toma el modelo antes state_dict de la transformación, lo convierte para que 
coincida con la estructura del modelo transformado, lo fragmenta para cada rango paralelo de 
tensores, comunica este estado del rango 0 a otros rangos del grupo de tensores paralelos del que 
forma parte el rango 0 y lo carga. El valor predeterminado es False.

Devuelve

Devuelve un modelo transformado que se puede empaquetar con PyTorch FSDP. Cuando
load_state_dict_from_rank0 se establece enTrue, el grupo paralelo de tensores que implica 
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el rango 0 tiene pesos cargados del diccionario de estados original en el rango 0. Cuando se utilizan
the section called “Inicialización retrasada de los parámetros” en el modelo original, solo estos rangos 
tienen los tensores reales en las CPU para los parámetros y los búferes del modelo transformado. El 
resto de los rangos siguen teniendo los parámetros y los búferes en el metadispositivo para ahorrar 
memoria.

torch.sagemakerFunciones y propiedades de util

funciones de utilidad torch.sagemaker

• torch.sagemaker.init(config: Optional[Union[str, Dict[str, Any]]] = None) 
-> None— Inicializa el trabajo de entrenamiento con SMP. PyTorch

• torch.sagemaker.is_initialized() -> bool— Comprueba si el trabajo de formación 
se inicializa con SMP. Al volver a la versión nativa PyTorch mientras el trabajo se inicializa con 
SMP, algunas de las propiedades no son relevantes y pasan a serloNone, tal y como se indica en 
la siguiente lista de propiedades.

• torch.sagemaker.utils.module_utils.empty_module_params(module: nn.Module, 
device: Optional[torch.device] = None, recurse: bool = False) -> 
nn.Module— Crea parámetros vacíos en lo dado, device si los hay, y puede ser recursivo para 
todos los módulos anidados si se especifica.

• torch.sagemaker.utils.module_utils.move_buffers_to_device(module: 
nn.Module, device: torch.device, recurse: bool = False) -> nn.Module— 
Mueve los búferes de los módulos a un valor determinado ydevice, si se especifica, puede ser 
recursivo para todos los módulos anidados.

Propiedades

torch.sagemaker.statecontiene varias propiedades útiles después de la inicialización de SMP 
con. torch.sagemaker.init

• torch.sagemaker.state.hybrid_shard_degree(int): el grado de paralelismo de los datos 
fragmentados, una copia de la entrada del usuario en la configuración de SMP a la que se ha 
pasado. torch.sagemaker.init() Para obtener más información, consulte the section called 
“Comience con SMP v2”.

• torch.sagemaker.state.rank(int): la clasificación global del dispositivo, en el rango de. [0, 
world_size)
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• torch.sagemaker.state.rep_rank_process_group(torch.distributed.ProcessGroup): 
el grupo de procesos que incluye todos los dispositivos con el mismo 
rango de replicación. Observe la diferencia sutil pero fundamental 
contorch.sagemaker.state.tp_process_group. Cuando vuelve a ser nativo PyTorch, 
regresaNone.

• torch.sagemaker.state.tensor_parallel_degree(int): el grado de paralelismo 
del tensor, una copia de la entrada del usuario en la configuración SMP a la que se pasó.
torch.sagemaker.init() Para obtener más información, consulte the section called 
“Comience con SMP v2”.

• torch.sagemaker.state.tp_size(int): un alias para.
torch.sagemaker.state.tensor_parallel_degree

• torch.sagemaker.state.tp_rank(int) — El rango de paralelismo del tensor para el 
dispositivo en el rango de[0, tp_size), determinado por el grado de paralelismo del tensor y el 
mecanismo de clasificación.

• torch.sagemaker.state.tp_process_group(torch.distributed.ProcessGroup): el 
grupo de procesos tensoriales paralelos que incluye todos los dispositivos con el mismo rango en 
otras dimensiones (por ejemplo, paralelismo y replicación de datos fragmentados) pero con rangos 
tensoriales paralelos únicos. Al volver al modo nativo, vuelve. PyTorch None

• torch.sagemaker.state.world_size(int): la cantidad total de dispositivos utilizados en el 
entrenamiento.

Actualización de SMP v1 a SMP v2

Para pasar de SMP v1 a SMP v2, debe realizar cambios en el script para eliminar las API de SMP 
v1 y aplicar las API de SMP v2. En lugar de empezar con el script SMP v1, le recomendamos que 
empiece con un script PyTorch FSDP y siga las instrucciones que se indican en. the section called 
“Comience con SMP v2”

Para llevar los modelos SMP v1 a SMP v2, en SMP v1 debes recopilar el diccionario de estados 
del modelo completo y aplicar las funciones de traducción del diccionario de estados del modelo 
para convertirlo al formato de punto de control del modelo Hugging Face Transformers. Luego, en 
SMP v2, como se explica enthe section called “Guarde y cargue los puntos de control mientras usa 
SMP”, puedes cargar los puntos de control del modelo Hugging Face Transformers y luego continuar 
usando las API de puntos de PyTorch control con SMP v2. Para usar el SMP con tu modelo de 
PyTorch FSDP, asegúrate de pasarte al SMP v2 y de realizar cambios en el guion de entrenamiento 
para usar el FSDP y otras funciones más recientes. PyTorch
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import smdistributed.modelparallel.torch as smp

# Create model
model = ...
model = smp.DistributedModel(model)

# Run training
...

# Save v1 full checkpoint
if smp.rdp_rank() == 0: 
    model_dict = model.state_dict(gather_to_rank0=True) # save the full model 
    # Get the corresponding translation function in smp v1 and translate 
    if model_type == "gpt_neox": 
        from smdistributed.modelparallel.torch.nn.huggingface.gptneox import 
 translate_state_dict_to_hf_gptneox 
        translated_state_dict = translate_state_dict_to_hf_gptneox(state_dict, 
 max_seq_len=None) 
     
    # Save the checkpoint 
    checkpoint_path = "checkpoint.pt" 
    if smp.rank() == 0: 
        smp.save( 
            {"model_state_dict": translated_state_dict}, 
            checkpoint_path, 
            partial=False, 
        )

Para ver las funciones de traducción disponibles en SMP v1, consulte. the section called “Soporte 
listo para usar para modelos Hugging Face Transformer”

Para obtener instrucciones sobre cómo guardar y cargar puntos de control de modelos en SMP v2, 
consulte. the section called “Guarde y cargue los puntos de control mientras usa SMP”

Notas de publicación de la biblioteca de paralelismo de SageMaker modelos

Consulte las siguientes notas de la versión para realizar un seguimiento de las últimas 
actualizaciones de la biblioteca de paralelismo de SageMaker modelos (SMP). Si tiene más 
preguntas acerca de la biblioteca SMP, póngase en contacto con el equipo de servicio de SMP en.
sm-model-parallel-feedback@amazon.com
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La biblioteca de SageMaker modelos de paralelismo, versión 2.1.0

Fecha: 6 de febrero de 2024

Actualizaciones de divisas

• Se agregó soporte para la PyTorch versión 2.1.2.

Depreciación

• Se ha interrumpido el soporte para Hugging Face Transformers v4.31.0.

Problemas conocidos

• Se descubre un problema por el cual el ajuste del modelo Hugging Face Llama 2
attn_implementation=flash_attention_2 con un FSDP provoca que el modelo diverja. 
Como referencia, consulta el ticket de publicación en el repositorio de Hugging Face GitHub 
Transformers. Para evitar el problema de la divergencia, utilice. attn_implementation=sdpa
Como alternativa, utilice la implementación del modelo de transformador SMP mediante la 
configuración. use_smp_implementation=True

Contenedor SMP Docker

A partir de esta versión, el equipo de la biblioteca SMP distribuye los contenedores Docker en lugar 
de los contenedores del framework. SageMaker PyTorch Si utilizas la clase PyTorch estimador en el 
SDK de SageMaker Python y especificas la configuración de distribución para usar SMP v2, recogerá 
SageMaker automáticamente los contenedores Docker de SMP. Para usar esta versión de SMP v2, 
actualice el SDK de SageMaker Python a la versión 2.207.0 o posterior.

• Contenedor SMP Docker para la versión 2.1.2 con la versión 12.1 de CUDA PyTorch

658645717510.dkr.ecr.us-west-2.amazonaws.com/smdistributed-modelparallel:2.1.2-gpu-
py310-cu121

• Disponible para instancias P4d y P5d

• Paquetes preinstalados en este contenedor de Docker

• La biblioteca SMDDP v2.1.0

• CUDNN v8.9.5.29
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• FlashAttention v2.3.3

• TransformerEngine v1.2.1

• Hugging Face Transformers v4.37.1

• Biblioteca de conjuntos de datos Hugging Face v2.16.1

• EFA v1.30.0

Canal SMP Conda

El siguiente bucket de S3 es un canal Conda público hospedado por el equipo de servicio SMP. Si 
desea instalar la biblioteca SMP v2 en un entorno como los SageMaker HyperPod clústeres, utilice 
este canal Conda para instalar correctamente la biblioteca SMP.

• https://sagemaker-distributed-model-parallel.s3.us-west-2.amazonaws.com/
smp-v2/

Para obtener más información sobre los canales de Conda en general, consulte los canales en la 
documentación de Conda.

La biblioteca de SageMaker modelos de paralelismo v2.0.0

Fecha: 19 de diciembre de 2023

Nuevas características

Publicó la biblioteca de paralelismo de SageMaker modelos (SMP), versión 2.0.0, con las siguientes 
ofertas nuevas.

• Un torch.sagemaker paquete nuevo, completamente renovado con respecto al paquete anterior 
de la versión 1.x de SMP. smdistributed.modelparallel.torch

• Support para PyTorch 2.0.1.

• Support para el PyTorch FSDP.

• Implementación del paralelismo tensorial mediante la integración con la biblioteca Transformer 
Engine.

• Support for SageMaker Training y SageMaker HyperPod.

Cambios importantes
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• SMP v2 renovó las API por completo y proporciona el paquete. torch.sagemaker
Principalmente, solo necesita inicializar con el torch.sagemaker.init() módulo y pasar los 
parámetros de configuración paralela del modelo. Con este nuevo paquete, puede simplificar 
considerablemente las modificaciones del código en su guion de entrenamiento. Para obtener más 
información sobre cómo adaptar su script de entrenamiento para usar SMP v2, consultethe section 
called “Comience con SMP v2”.

• Si has utilizado SMP v1 para entrenar modelos de Hugging Face Transformer y quieres 
reutilizarlos en SMP v2, consulta. the section called “Actualización de SMP v1 a SMP v2”

• Para el entrenamiento sobre el PyTorch FSDP, debes usar el SMP v2.

Problemas conocidos

• Actualmente, los puntos de control de activación solo funcionan con las siguientes políticas de 
empaquetado con el FSDP.

• auto_wrap_policy = functools.partial(transformer_auto_wrap_policy, ...)

• Para poder utilizarlosthe section called “Descarga de activación”, el tipo de punto de control de 
activación del FSDP debe ser REENTRANT.

• Cuando se ejecuta con el tensor paralelo habilitado con el grado de paralelo de datos 
fragmentados establecido en1, debe usar. backend = nccl La opción smddp de backend no es 
compatible en este escenario.

• Es necesario utilizar Transformer Engine PyTorch con la biblioteca SMP incluso cuando no se 
utilice el paralelismo tensorial.

Otros cambios

• A partir de esta versión, la documentación de la biblioteca de paralelismo de SageMaker 
modelos está totalmente disponible en esta guía para desarrolladores de Amazon SageMaker
. A favor de esta guía completa para desarrolladores de SMP v2 en la Guía para SageMaker 
desarrolladores de Amazon, la referencia adicional para SMP v1.x en la documentación del SDK 
de SageMaker Python está obsoleta. Si aún necesitas la documentación de SMP v1.x, la guía 
para desarrolladores de SMP v1.x está disponible en the section called “(Archivada) biblioteca de 
paralelismo de modelos v1.x SageMaker ” y la referencia de la biblioteca SMP Python v1.x está 
disponible en la documentación del SDK de Python v2.199.0. SageMaker

Obsologaciones
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• Se interrumpió el soporte para. TensorFlow

• SMP v2 no admite el paralelismo entre canalizaciones.

• No hay soporte para la DeepSpeed biblioteca en favor del FSDP nativo. PyTorch

Migración a AWS Deep Learning Containers

Esta versión ha superado las pruebas comparativas y se ha migrado a los siguientes AWSDeep 
Learning Containers.

• SageMaker Framework Container para la PyTorch versión 2.0.1

Biblioteca de paralelismo de SageMaker modelos v1.x (Archivada)

Important

El 19 de diciembre de 2023, se lanzará la versión 2 de la biblioteca de paralelismo de 
SageMaker modelos (SMP). A favor de la biblioteca SMP v2, las capacidades de SMP v1 ya 
no se admiten en futuras versiones. La sección y los temas siguientes están archivados y son 
específicos para el uso de la biblioteca SMP v1. Para obtener información sobre el uso de 
la biblioteca SMP v2, consulte. the section called “SageMaker biblioteca de paralelismo de 
modelos v2”

Usa la biblioteca SageMaker de modelos paralelos de Amazon para entrenar modelos de 
aprendizaje profundo (DL) de gran tamaño que son difíciles de entrenar debido a las limitaciones 
de memoria de la GPU. La biblioteca divide un modelo de forma automática y eficiente en varias 
GPU e instancias. Con la biblioteca, puede lograr una precisión de predicción objetivo más rápido 
mediante el entrenamiento eficiente de modelos DL más grandes con miles de millones o billones de 
parámetros.

Puedes usar la biblioteca para particionar automáticamente tus propios PyTorch modelos 
TensorFlow y los tuyos en varias GPU y varios nodos con cambios de código mínimos. Puedes 
acceder a la API de la biblioteca a través del SDK de SageMaker Python.

Utilice las siguientes secciones para obtener más información sobre el paralelismo de modelos y 
la biblioteca de modelos SageMaker paralelos. La documentación de las API de esta biblioteca se 
encuentra en las API de entrenamiento distribuidas de la documentación del SDK de SageMaker 
Python v2.199.0.
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Temas

• Introducción al paralelismo de modelos

• Marcos admitidos y Regiones de AWS

• Características principales de la biblioteca de paralelismo de SageMaker modelos

• Ejecute un trabajo de formación SageMaker distribuido con Model Paralelism

• Puntos de control y ajuste de un modelo con paralelismo de modelos

• SageMaker Mejores prácticas de paralelismo de modelos distribuidos

• Consejos y dificultades de configuración de la biblioteca de paralelismo de modelos SageMaker 
distribuidos

• Solución de problemas de paralelismo de modelos

Introducción al paralelismo de modelos

El paralelismo de modelos es un método de entrenamiento distribuido en el que el modelo de 
aprendizaje profundo se divide en varios dispositivos, dentro de las instancias o entre ellas. Esta 
página de introducción proporciona una descripción general sobre el paralelismo de modelos, una 
descripción de cómo ayudar a superar los problemas que surgen al entrenar modelos DL que suelen 
ser de un tamaño muy grande y ejemplos de lo que ofrece la biblioteca de paralelismo de modelos de 
SageMaker para ayudar a gestionar las estrategias de paralelismo de modelos, así como el consumo 
de memoria.

¿Qué es el paralelismo de modelos?

Al aumentar el tamaño de los modelos de aprendizaje profundo (capas y parámetros), se obtiene 
mayor precisión en tareas complejas, como la visión artificial y el procesamiento del lenguaje natural. 
Sin embargo, existe un límite en el tamaño máximo de modelo que puede caber en una sola GPU. Al 
entrenar modelos de DL, las limitaciones de memoria de la GPU pueden ser cuellos de botella de las 
siguientes maneras:

• Limitan el tamaño del modelo que se puede entrenar, ya que el consumo de memoria de un 
modelo se amplía proporcionalmente al número de parámetros.

• Limitan el tamaño del lote por GPU durante el entrenamiento, lo que reduce el uso de la GPU y la 
eficiencia del entrenamiento.

Para superar las limitaciones asociadas al entrenamiento de un modelo en una única GPU, 
puede utilizar el paralelismo de modelos para distribuir y entrenar el modelo en varios dispositivos 
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informáticos. Además, con la biblioteca, puede lograr un entrenamiento distribuido más optimizado 
utilizando dispositivos compatibles con EFA, que mejoran el rendimiento de la comunicación entre 
nodos con baja latencia, alto rendimiento y omisión del sistema operativo.

Calcule los requisitos de memoria antes de utilizar el paralelismo de modelos

Antes de utilizar la biblioteca de paralelismo de modelos de SageMaker, tenga en cuenta lo siguiente 
para hacerse una idea de los requisitos de memoria necesarios para el entrenamiento de modelos 
DL de gran tamaño.

Para un trabajo de entrenamiento que utilice los optimizadores AMP (FP16) y Adam, la memoria de 
GPU necesaria por parámetro es de unos 20 bytes, que podemos desglosar de la siguiente manera:

• Un parámetro FP16: ~2 bytes

• Un gradiente de FP16: ~2 bytes

• Un optimizador FP32 tiene un estado de ~8 bytes basado en los optimizadores Adam

• Una copia FP32 del parámetro de ~4 bytes [necesaria para la operación optimizer apply (OA)]

• Una copia FP32 del gradiente de ~4 bytes (necesaria para la operación OA)

Incluso para un modelo DL relativamente pequeño con 10 000 millones de parámetros, puede 
requerir al menos 200 GB de memoria, que es mucho más grande que la memoria típica de una GPU 
(por ejemplo, la NVIDIA A100 con 40 GB/80 GB de memoria y la V100 con 16/32 GB) disponible 
en una sola GPU. Tenga en cuenta que, además de los requisitos de memoria para los estados 
del modelo y del optimizador, hay otros consumidores de memoria, como las activaciones que se 
generan en la transferencia directa. La memoria requerida puede superar con creces los 200 GB.

Para el entrenamiento distribuido, le recomendamos que utilice instancias P3 y P4 de Amazon EC2 
que tengan GPU NVIDIA V100 y A100 Tensor Core, respectivamente. Para obtener más información 
sobre especificaciones como los núcleos de la CPU, la RAM, el volumen de almacenamiento adjunto 
y el ancho de banda de la red, consulte la sección Computación acelerada de la página Tipos de 
instancias de Amazon EC2.

Incluso con las instancias de computación acelerada, es evidente que los modelos con unos 10 000 
millones de parámetros, como Megatron-LM y la T5, e incluso modelos más grandes con cientos de 
miles de millones de parámetros, como el GPT-3, no caben réplicas de modelos en cada dispositivo 
con GPU.
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Cómo emplea la biblioteca el paralelismo de modelos y las técnicas de ahorro de memoria

La biblioteca consta de varios tipos de funciones de paralelismo de modelos y funciones de ahorro 
de memoria, como la fragmentación del estado del optimizador, los puntos de control de activación 
y la descarga de la activación. Todas estas técnicas se pueden combinar para entrenar de manera 
eficiente modelos grandes que constan de cientos de miles de millones de parámetros.

Temas

• Paralelismo de datos fragmentados (disponible para PyTorch)

• Paralelismo de canalización (disponible para PyTorch y TensorFlow)

• Paralelismo de tensores (disponible para PyTorch)

• Partición de estado del optimizador (disponible para PyTorch)

• Activación, descarga y puntos de control (disponible para PyTorch)

• Elegir las técnicas adecuadas para su modelo

Paralelismo de datos fragmentados (disponible para PyTorch)

El paralelismo de datos partidos es una técnica de entrenamiento distribuido que ahorra memoria y 
que divide el estado de un modelo (parámetros del modelo, gradientes y estados del optimizador) 
entre las GPU de un grupo de paralelismo de datos.

SageMaker implementa el paralelismo de datos partidos mediante la implementación de MiCS, que 
es una biblioteca que minimiza la escala de comunicación y se analiza en la publicación del blog
Escalado casi lineal del entrenamiento de modelos gigantescos en AWS.

Puede aplicar el paralelismo de datos partidos a su modelo como estrategia independiente. Además, 
si utiliza las instancias de GPU de mayor rendimiento equipadas con las GPU NVIDIA A100 Tensor 
Core, ml.p4d.24xlarge, puede aprovechar la velocidad de entrenamiento mejorada gracias a la 
operación AllGather ofrecida por SMDDP Collectives.

Para profundizar en el paralelismo de datos partidos y aprender a configurarlo o utilizar una 
combinación del paralelismo de datos fragmentados con otras técnicas, como el paralelismo de 
tensores y el entrenamiento con FP16, consulte the section called “Paralelismo de datos partidos”.

Paralelismo de canalización (disponible para PyTorch y TensorFlow)

El paralelismo de canalización divide el conjunto de capas u operaciones en el conjunto de 
dispositivos, dejando intacta cada operación. Al especificar un valor para el número de particiones 
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del modelo (pipeline_parallel_degree), el número total de GPU (processes_per_host) 
debe ser divisible por el número de particiones de modelos. Para configurarlo correctamente, 
debe especificar los valores correctos de los parámetros pipeline_parallel_degree y
processes_per_host. La matemática simple es la siguiente:

(pipeline_parallel_degree) x (data_parallel_degree) = processes_per_host

La biblioteca se encarga de calcular el número de réplicas del modelo (también denominadas
data_parallel_degree) teniendo en cuenta los dos parámetros de entrada que usted 
proporciona.

Por ejemplo, si establece "pipeline_parallel_degree": 2 y "processes_per_host": 
8 para utilizar una instancia de machine learning con ocho procesadores de GPU 
comoml.p3.16xlarge, la biblioteca configura automáticamente el modelo distribuido entre 
las GPU y el paralelismo de datos cuádruple. La siguiente imagen ilustra cómo se distribuye un 
modelo en las ocho GPU, logrando un paralelismo de datos de cuatro vías y un paralelismo de 
canalización de dos vías. Cada réplica del modelo, donde la definimos como un grupo de paralelismo 
de canalización y la etiquetamos como PP_GROUP, está dividida en dos GPU. Cada partición del 
modelo se asigna a cuatro GPU, donde las cuatro réplicas de particiones se encuentran en un grupo 
de paralelismo de datos y se etiquetan como DP_GROUP. Sin paralelismo de tensores, el grupo de 
paralelismo de canalizaciones es esencialmente el grupo de paralelismo de modelos.
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Para profundizar en el paralelismo de las canalizaciones, consulte Características principales de la 
biblioteca de paralelismo de SageMaker modelos.

Para empezar a ejecutar el modelo mediante el paralelismo de canalización, consulte Ejecutar un 
trabajo de entrenamiento distribuido de SageMaker con la biblioteca de paralelismo de modelos de 
SageMaker.

Paralelismo de tensores (disponible para PyTorch)

El paralelismo de tensores divide capas individuales onn.Modules, entre dispositivos, para 
que se ejecuten en paralelo. La siguiente figura muestra el ejemplo más simple de cómo la 
biblioteca divide un modelo con cuatro capas para lograr un paralelismo de tensores bidireccional 
("tensor_parallel_degree": 2). Las capas de cada réplica del modelo están divididas en 
dos y distribuidas en dos GPU. En este caso de ejemplo, la configuración paralela del modelo 
también incluye "pipeline_parallel_degree": 1 y "ddp": True (usa el paquete PyTorch 
DistributedDataParallel en segundo plano), por lo que el grado de paralelismo de datos pasa a ser 
ocho. La biblioteca gestiona la comunicación entre las réplicas del modelo distribuido por tensores.
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La utilidad de esta función reside en el hecho de que puede seleccionar capas específicas o un 
subconjunto de capas para aplicar el paralelismo de tensores. Para profundizar en el paralelismo 
de tensores y otras funciones de ahorro de memoria de PyTorch, y para aprender a configurar una 
combinación de paralelismo de tensores y de canalización, consulte Paralelismo de tensores.

Partición de estado del optimizador (disponible para PyTorch)

Para entender cómo la biblioteca realiza la partición del estado del optimizador, considere un modelo 
de ejemplo simple con cuatro capas. La idea clave para optimizar la partición de estados es que no 
es necesario replicar el estado del optimizador en todas las GPU. En cambio, una única réplica del 
estado del optimizador se divide en rangos de datos paralelos, sin redundancia entre los dispositivos. 
Por ejemplo, la GPU 0 mantiene el estado del optimizador para la capa uno, la siguiente GPU 1 
mantiene el estado del optimizador para la capa 2, y así sucesivamente. La siguiente figura animada 
muestra una propagación hacia atrás con la técnica de partición del estado del optimizador. Al final 
de la propagación hacia atrás, hay tiempo de cálculo y de red para que la operación optimizer 
apply (OA) actualice los estados del optimizador y la operación all-gather (AG) para actualizar 
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los parámetros del modelo para la siguiente iteración. Y lo que es más importante, la operación
reduce puede superponerse con el procesamiento de la GPU 0, lo que resulta en una mayor 
eficiencia de la memoria y una propagación hacia atrás más rápida. En la implementación actual, 
las operaciones de AG y OA no se superponen con compute. Esto puede provocar un cálculo 
prolongado durante la operación de AG, por lo que podría haber una compensación.

Para obtener más información acerca de cómo utilizar esta función, consulte Partición del estado del 
optimizador.
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Activación, descarga y puntos de control (disponible para PyTorch)

Para ahorrar memoria en la GPU, la biblioteca admite puntos de control de activación para evitar 
almacenar las activaciones internas en la memoria de la GPU para los módulos especificados por el 
usuario durante la transferencia. La biblioteca vuelve a calcular estas activaciones durante la pasada 
hacia atrás. Además, la función de descarga de activaciones transfiere las activaciones almacenadas 
a la memoria de la CPU y las recupera en la GPU durante la transferencia hacia atrás para reducir 
aún más el consumo de memoria de activación. Para obtener más información sobre cómo utilizar 
estas características, consulte Puntos de control de activación y Descarga de activación.

Elegir las técnicas adecuadas para su modelo

Para obtener más información sobre cómo elegir las técnicas y configuraciones correctas, consulte 
las Prácticas recomendadas del paralelismo de modelos distribuidos de SageMaker y los Consejos y 
dificultades de la configuración.

Marcos admitidos y Regiones de AWS

Antes de usar la biblioteca de paralelismo de SageMaker modelos, comprueba los marcos y tipos de 
instancias compatibles y determina si hay suficientes cuotas en tu cuenta y. AWS Región de AWS

Note

Para consultar las últimas actualizaciones y notas de la versión de la biblioteca, consulta 
las notas de la versión de SageMaker Model Parallel en la documentación del SDK de 
SageMaker Python.

Marcos admitidos

La biblioteca de SageMaker modelos de paralelismo es compatible con los siguientes marcos 
de aprendizaje profundo y está disponible en AWS Deep Learning Containers (DLC) o se puede 
descargar como un archivo binario.
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PyTorch versiones compatibles y la biblioteca de modelos de SageMaker paralelismo SageMaker

PyTorch versión SageMaker versión 
de la biblioteca 
de paralelismo de 
modelos

URI de imagen 
DLC integrada
smdistributed-
modelparallel

URL del archivo 
binario**

v2.0.0 smdistributed-
modelparallel 
==v1.15.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:2.0. 
0-gpu-py310-
cu118-ubuntu20. 
04-sagemaker

https://. s3.us-wes 
t-2.amazonaws.com 
sagemaker-distribu 
ted-model-parallel /
pytorch-2.0.0/bui 
ld-artifacts/2023- 
04-14-20-14/smdist 
ributed_modelparal 
lel-1.15.0-cp310-c 
p310-linux_x86_64. 
whl

v1.13.1 smdistributed-
modelparallel 
==v1.15.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.13 
.1-gpu-py39-
cu117-ubuntu20. 
04-sagemaker

sagemaker-distribu 
ted-model-parallel 
https://. s3.us-wes 
t-2.amazonaws.com /
pytorch-1.13.1/bu 
ild-artifacts/2023 
-04-17-15-49/smdis 
tributed_modelpara 
llel-1.15.0-cp39-cp39-
linux_x86_64.whl

v1.12.1 smdistributed-
modelparallel 
==v1.13.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.12 
.1-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

sagemaker-distribu 
ted-model-parallel 
https://. s3.us-wes 
t-2.amazonaws.com /
pytorch-1.12.1/bu 
ild-artifacts/2022 
-12-08-21-34/smdis 
tributed_modelpara 
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PyTorch versión SageMaker versión 
de la biblioteca 
de paralelismo de 
modelos

URI de imagen 
DLC integrada
smdistributed-
modelparallel

URL del archivo 
binario**

llel-1.13.0-cp38-cp38-
linux_x86_64.whl

v1.12.0 smdistributed-
modelparallel 
==v1.11.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.12 
.0-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

sagemaker-distribu 
ted-model-parallel 
https://. s3.us-wes 
t-2.amazonaws.com /
pytorch-1.12.0/bu 
ild-artifacts/2022 
-08-12-16-58/smdis 
tributed_modelpara 
llel-1.11.0-cp38-cp38-
linux_x86_64.whl

v1.11.0 smdistributed-
modelparallel 
==v1.10.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.11 
.0-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

sagemaker-distribu 
ted-model-parallel 
https://. s3.us-wes 
t-2.amazonaws.com /
pytorch-1.11.0/bu 
ild-artifacts/2022 
-07-11-19-23/smdis 
tributed_modelpara 
llel-1.10.0-cp38-cp38-
linux_x86_64.whl
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PyTorch versión SageMaker versión 
de la biblioteca 
de paralelismo de 
modelos

URI de imagen 
DLC integrada
smdistributed-
modelparallel

URL del archivo 
binario**

v1.10.2 smdistributed-
modelparallel 
==v1.7.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.10 
.2-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

-

v1.10.0 smdistributed-
modelparallel 
==v1.5.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.10 
.0-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

-

v1.9.1 smdistributed-
modelparallel 
==v1.4.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.9. 
1-gpu-py3 
8-cu111-u 
buntu20.04

-
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PyTorch versión SageMaker versión 
de la biblioteca 
de paralelismo de 
modelos

URI de imagen 
DLC integrada
smdistributed-
modelparallel

URL del archivo 
binario**

v1.8.1* smdistributed-
modelparallel 
==v1.6.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.8. 
1-gpu-py3 
6-cu111-u 
buntu18.04

-

Note

La SageMaker biblioteca de paralelismo de modelos v1.6.0 y versiones posteriores 
proporciona funciones ampliadas para. PyTorch Para obtener más información, consulte
Características principales de la biblioteca de paralelismo de SageMaker modelos.

** Las direcciones URL de los archivos binarios sirven para instalar la biblioteca de paralelismo de 
SageMaker modelos en contenedores personalizados. Para obtener más información, consulte the 
section called “Cree su propio contenedor de Docker con la biblioteca”.

TensorFlow versiones compatibles y la biblioteca de modelos de SageMaker paralelismo SageMaker

TensorFlow versión SageMaker versión de la 
biblioteca de paralelismo de 
modelos

URI de imagen DLC integrada
smdistributed-mode 
lparallel

v2.6.0 smdistributed-mode 
lparallel==v1.4.0

763104351884.dkr.e 
cr. <region>.amazonaw 
s.com/tensorflow-t 
raining:2.6.0-gpu- 
py38-cu112-ubuntu2 
0.04
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TensorFlow versión SageMaker versión de la 
biblioteca de paralelismo de 
modelos

URI de imagen DLC integrada
smdistributed-mode 
lparallel

v2.5.1 smdistributed-mode 
lparallel==v1.4.0

763104351884.dkr.e 
cr. <region>.amazonaw 
s.com/tensorflow-t 
raining:2.5.1-gpu- 
py37-cu112-ubuntu1 
8.04

Versiones de Hugging Face Transformers SageMaker compatibles con la biblioteca paralela 
SageMaker de datos distribuidos

Los AWS Deep Learning Containers de Hugging Face utilizan SageMaker los contenedores PyTorch 
de TensorFlow formación como imágenes base. Para buscar las versiones y versiones PyTorch 
combinadas de la biblioteca Hugging Face Transformers, consulta las versiones más recientes de
Hugging Face Containers TensorFlow y las versiones anteriores de Hugging Face Container.

Regiones de AWS

La biblioteca paralela de SageMaker datos está disponible en todos los Regiones de AWS lugares
para los que SageMaker están en servicio los AWS Deep Learning Containers. Para obtener más 
información, consulte Imágenes de contenedores de aprendizaje profundo disponibles.

Tipos de instancias admitidos

La biblioteca de paralelismo de SageMaker modelos requiere uno de los siguientes tipos de 
instancias de ML.

Tipo de instancia

ml.g4dn.12xlarge

ml.p3.16xlarge

ml.p3dn.24xlarge

ml.p4d.24xlarge
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Tipo de instancia

ml.p4de.24xlarge

Para ver las especificaciones de los tipos de instancias, consulte la sección Computación acelerada
en la página de tipos de instancias de Amazon EC2. Para obtener información sobre los precios de 
las instancias, consulta Amazon SageMaker Pricing.

Si te aparece un mensaje de error similar al siguiente, sigue las instrucciones que se indican en
Solicitar un aumento de la cuota de servicio para SageMaker los recursos.

ResourceLimitExceeded: An error occurred (ResourceLimitExceeded) when calling 
    the CreateTrainingJob operation: The account-level service limit 'ml.p3dn.24xlarge 
    for training job usage' is 0 Instances, with current utilization of 0 Instances 
    and a request delta of 1 Instances. 
    Please contact AWS support to request an increase for this limit.

Características principales de la biblioteca de paralelismo de SageMaker modelos

La biblioteca SageMaker de paralelismo de modelos de Amazon ofrece estrategias de distribución y 
técnicas de ahorro de memoria, como el paralelismo de datos fragmentados, el paralelismo tensorial, 
la partición de modelos por capas para la programación de canalizaciones y los puntos de control. 
Las estrategias y técnicas de paralelismo de modelos ayudan a distribuir modelos grandes en 
varios dispositivos, a la vez que optimizan la velocidad de entrenamiento y el consumo de memoria. 
La biblioteca también proporciona funciones auxiliares de Python, administradores de contexto y 
funciones contenedoras para adaptar su script de entrenamiento a la división automática o manual 
de su modelo.

Cuando implementas el paralelismo de modelos en tu trabajo de entrenamiento, mantienes el mismo 
flujo de trabajo de dos pasos que se muestra en la sección Ejecutar un trabajo de SageMaker 
entrenamiento distribuido con paralelismo de modelos. Para adaptar el script de su entrenamiento, 
debe agregar cero o pocas líneas de código adicionales a su script de entrenamiento. Para iniciar un 
trabajo de entrenamiento con el script de entrenamiento adaptado, debe configurar los parámetros de 
configuración de la distribución para activar las funciones de ahorro de memoria o transferir valores 
según el grado de paralelismo.

Para empezar con los ejemplos, consulte los siguientes cuadernos de Jupyter, que muestran cómo 
utilizar la biblioteca de paralelismo de modelos. SageMaker
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• PyTorch ejemplos de cuadernos

• TensorFlow cuadernos de ejemplo

Para profundizar en las características principales de la biblioteca, consulte los siguientes temas.

Note

Las bibliotecas de formación SageMaker distribuidas están disponibles a través de los 
contenedores de PyTorch aprendizaje AWS profundo de Hugging Face TensorFlow y en 
SageMaker la plataforma de formación. Para utilizar las funciones de las bibliotecas de 
formación distribuidas, le recomendamos que utilice el SDK de SageMaker Python. También 
puedes configurarlo manualmente en la sintaxis de solicitud JSON si utilizas SageMaker 
las API a través del SDK for Python (Boto3) o. AWS Command Line Interface En toda la 
documentación, las instrucciones y los ejemplos se centran en cómo utilizar las bibliotecas de 
formación distribuidas con el SDK de SageMaker Python.

Important

La biblioteca de SageMaker modelos de paralelismo es compatible con todas las funciones 
principales y admite el paralelismo de canalización para PyTorch. TensorFlow

Temas

• Paralelismo de datos partidos

• Canalización de un modelo

• Paralelismo de tensores

• Partición del estado del optimizador

• Puntos de control de activación

• Descarga de activación

• Entrenamiento con el FP16 con paralelismo de modelos

• Soporte para FlashAttention
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Paralelismo de datos partidos

El paralelismo de datos partidos es una técnica de entrenamiento distribuido que ahorra memoria y 
que divide el estado de un modelo (parámetros del modelo, gradientes y estados del optimizador) 
entre las GPU de un grupo de datos paralelos.

Note

El paralelismo de datos fragmentados está disponible en la biblioteca de paralelismo de 
modelos, versión 1.11.0 y versiones posteriores. PyTorch SageMaker

Al escalar verticalmente su trabajo de entrenamiento a un clúster de GPU grande, puede reducir 
el consumo de memoria por GPU del modelo partiendo el estado de entrenamiento del modelo en 
varias GPU. Esto ofrece dos ventajas: puede instalar modelos más grandes, que de otro modo se 
quedarían sin memoria con el paralelismo de datos estándar, o puede aumentar el tamaño del lote 
utilizando la memoria de la GPU liberada.

La técnica de paralelismo de datos estándar replica los estados de entrenamiento en las GPU 
del grupo paralelo de datos y realiza la agregación de gradientes en función de la operación
AllReduce. El paralelismo de datos partidos modifica el procedimiento de entrenamiento 
distribuido de datos paralelos estándar para tener en cuenta la naturaleza partida de los estados del 
optimizador. Un grupo de rangos en los que se parten los estados del modelo y del optimizador se 
denomina grupo de partición. La técnica de paralelismo de datos partidos divide los parámetros que 
pueden entrenarse de un modelo y los gradientes y estados del optimizador correspondientes en las 
GPU del grupo de partición.

SageMaker logra un paralelismo de datos fragmentados mediante la implementación de indicadores 
de ingresos medios, algo que se analiza en la entrada del blog Near-linear Scaling of Gigantic-model 
training on. AWSAWS En esta implementación, puede establecer el grado de partición como un 
parámetro configurable, que debe ser inferior al grado de paralelismo de los datos. Durante cada 
pasada hacia adelante y hacia atrás, MiCS recombina temporalmente los parámetros del modelo 
en todas las GPU durante la operación AllGather. Tras pasar cada capa hacia adelante o hacia 
atrás, MiCS vuelve a partir los parámetros para ahorrar memoria en la GPU. Durante la pasada hacia 
atrás, MiCS reduce los gradientes y, al mismo tiempo, los parte entre las diferentes GPU a lo largo 
de la operación ReduceScatter. Por último, MiCS aplica los gradientes locales reducidos y partidos 
a sus correspondientes particiones de parámetros locales, utilizando las particiones locales de los 
estados del optimizador. Para reducir la sobrecarga de comunicación, la biblioteca de paralelismo 
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de SageMaker modelos busca previamente las siguientes capas en la fase de avance o retroceso y 
superpone la comunicación de red con el cálculo.

El estado de entrenamiento del modelo se replica en todos los grupos de partición. Esto significa que 
antes de aplicar los gradientes a los parámetros, la operación AllReduce debe realizarse en todos 
los grupos de partición, además de la operación ReduceScatter que se lleva a cabo dentro del 
grupo de partición.

En efecto, el paralelismo de datos partidos supone un equilibrio entre la sobrecarga de comunicación 
y la eficiencia de la memoria de la GPU. El uso del paralelismo de datos partidos aumenta el coste 
de la comunicación, pero el espacio de memoria por GPU (excluido el uso de memoria debido a las 
activaciones) se divide por el grado de paralelismo de los datos partidos, por lo que pueden caber 
modelos más grandes en el clúster de la GPU.

Seleccionar el grado de paralelismo de los datos partidos

Al seleccionar un valor para el grado de paralelismo de los datos partidos, el valor debe dividir 
uniformemente el grado de paralelismo de los datos. Por ejemplo, para un trabajo de paralelismo de 
datos de 8 vías, seleccione 2, 4 u 8 como grado de paralelismo de datos partidos. Al elegir el grado 
de paralelismo de los datos partidos, le recomendamos que comience con un número pequeño y 
vaya aumentado poco a poco hasta que el modelo quepa en la memoria y tenga el tamaño de lote 
deseado.

Seleccionar el tamaño del lote

Tras configurar el paralelismo de datos partidos, asegúrese de encontrar la configuración de 
entrenamiento más óptima que pueda ejecutarse correctamente en el clúster de la GPU. Para 
entrenar modelos de lenguaje grandes (LLM), comience con el tamaño de lote 1 y auméntelo 
gradualmente hasta llegar al punto en el que aparezca el error (OOM). out-of-memory Si encuentra 
el error OOM incluso con el tamaño de lote más pequeño, aplique un mayor grado de paralelismo de 
datos partidos o una combinación de paralelismo de datos partidos y paralelismo de tensores.

Temas

• Cómo aplicar el paralelismo de datos partidos a su trabajo de entrenamiento

• Configuraciones de referencia

• Paralelismo de datos partidos con colectivos SMDDP

• Entrenamiento de precisión mixto con paralelismo de datos partidos

• Paralelismo de datos partidos con paralelismo de tensores
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• Consejos y consideraciones a tener en cuenta para utilizar el paralelismo de datos partidos

Cómo aplicar el paralelismo de datos partidos a su trabajo de entrenamiento

Para empezar con el paralelismo de datos fragmentados, aplique las modificaciones necesarias al 
guion de entrenamiento y configure el estimador con los parámetros. SageMaker PyTorch sharded-
data-parallelism-specific Considere también tomar valores de referencia y cuadernos de ejemplo 
como punto de partida.

Adapta tu guion de entrenamiento PyTorch

Siga las instrucciones del paso 1: modifique un guion de PyTorch entrenamiento para envolver los 
objetos del modelo y del optimizador con los smdistributed.modelparallel.torch envoltorios 
de los módulos torch.nn.parallel ytorch.distributed.

(Opcional) Modificación adicional para registrar los parámetros externos del modelo

Si el modelo está creado con torch.nn.Module y usa parámetros que no están 
definidos en la clase de módulo, debe registrarlos manualmente en el módulo para que 
SMP recopile todos los parámetros. Para registrar los parámetros en un módulo, utilice
smp.register_parameter(module, parameter).

class Module(torch.nn.Module): 
    def __init__(self, *args): 
        super().__init__(self, *args) 
        self.layer1 = Layer1() 
        self.layer2 = Layer2() 
         smp.register_parameter(self, self.layer1.weight)

    def forward(self, input): 
        x = self.layer1(input) 
        # self.layer1.weight is required by self.layer2.forward 
        y = self.layer2(x, self.layer1.weight) 
        return y

Configure el estimador SageMaker PyTorch

Al configurar un SageMaker PyTorch estimador enthe section called “Paso 2: lance un trabajo de 
entrenamiento”, añada los parámetros para el paralelismo de datos fragmentados.
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Para activar el paralelismo de datos fragmentados, añada el parámetro al estimador.
sharded_data_parallel_degree SageMaker PyTorch Este parámetro especifica 
el número de GPU en las que se parte el estado de entrenamiento. El valor de
sharded_data_parallel_degree debe ser un número entero entre uno y el grado de 
paralelismo de los datos y debe dividir el grado de paralelismo de los datos de manera uniforme. 
Tenga en cuenta que la biblioteca detecta automáticamente la cantidad de GPU y, por lo tanto, el 
grado de paralelismo de los datos. Los siguientes parámetros adicionales están disponibles para 
configurar el paralelismo de datos partidos.

• "sdp_reduce_bucket_size"(int, default: 5e8): especifica el tamaño de los cubos de gradiente 
del PyTorch DDP en número de elementos del tipo d predeterminado.

• "sdp_param_persistence_threshold"(int, predeterminado: 1e6): especifica el tamaño de un 
tensor de parámetros en cuanto al número de elementos que pueden permanecer en cada GPU. 
El paralelismo de datos partidos divide cada tensor de parámetros entre las GPU de un grupo de 
datos paralelos. Si el número de elementos del tensor de parámetros es menor que este umbral, el 
tensor de parámetros no se divide; esto ayuda a reducir la sobrecarga de comunicación, ya que el 
tensor de parámetros se replica en las GPU de datos paralelos.

• "sdp_max_live_parameters"(int, predeterminado: 1e9): especifica el número máximo de 
parámetros que pueden estar simultáneamente en un estado de entrenamiento recombinado 
durante la pasada hacia adelante y hacia atrás. La búsqueda de parámetros con la operación
AllGather se detiene cuando el número de parámetros activos alcanza el umbral indicado. 
Tenga en cuenta que al aumentar este parámetro se incrementa el consumo de memoria.

• "sdp_hierarchical_allgather" (bool, predeterminado: true): si se establece en True, 
la operación AllGather se ejecuta jerárquicamente; se ejecuta dentro de cada nodo primero, 
y luego se ejecuta a través de todos los nodos. En el caso de los trabajos de entrenamiento 
distribuidos con varios nodos, la operación AllGather jerárquica se activa automáticamente.

• "sdp_gradient_clipping" (float, predeterminado: 1.0): especifica un umbral para recortar 
en gradiente la norma L2 de los gradientes antes de propagarlos hacia atrás a través de los 
parámetros del modelo. Cuando se activa el paralelismo de datos partidos, también se activa el 
recorte por gradiente. El umbral por defecto es 1.0. Ajuste este parámetro si tiene el problema de 
la explosión de los gradientes.

El siguiente código muestra un ejemplo de cómo configurar el paralelismo de datos partidos.

import sagemaker
from sagemaker.pytorch import PyTorch
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smp_options = { 
    "enabled": True, 
    "parameters": { 
        # "pipeline_parallel_degree": 1,    # Optional, default is 1 
        # "tensor_parallel_degree": 1,      # Optional, default is 1 
        "ddp": True, 
        # parameters for sharded data parallelism 
        "sharded_data_parallel_degree": 2,              # Add this to activate sharded 
 data parallelism 
        "sdp_reduce_bucket_size": int(5e8),             # Optional 
        "sdp_param_persistence_threshold": int(1e6),    # Optional 
        "sdp_max_live_parameters": int(1e9),            # Optional 
        "sdp_hierarchical_allgather": True,             # Optional 
        "sdp_gradient_clipping": 1.0                    # Optional 
    }
}

mpi_options = { 
    "enabled" : True,                      # Required 
    "processes_per_host" : 8               # Required
}

smp_estimator = PyTorch( 
    entry_point="your_training_script.py", # Specify your train script 
    role=sagemaker.get_execution_role(), 
    instance_count=1, 
    instance_type='ml.p3.16xlarge', 
    framework_version='1.13.1', 
    py_version='py3', 
    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="sharded-data-parallel-job"
)

smp_estimator.fit('s3://my_bucket/my_training_data/')
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Configuraciones de referencia

El equipo de formación SageMaker distribuido proporciona las siguientes configuraciones de 
referencia que puede utilizar como punto de partida. Puede extrapolar las siguientes configuraciones 
para experimentar y estimar el uso de memoria de la GPU para configurar su modelo.

Paralelismo de datos partidos con colectivos SMDDP

Modelo/nú 
mero de 
parámetros

Número de 
instancias

Tipo de 
instancia

Longitud 
de 
secuencia

Tamaño de 
lote global

Tamaño de 
minilote

Grado de 
paralelismo 
de datos 
partidos

GPT-
NEOX-20B

2 ml.p4d.24 
xlarge

2048 64 4 16

GPT-
NEOX-20B

8 ml.p4d.24 
xlarge

2048 768 12 32

Por ejemplo, si aumenta la longitud de secuencia de un modelo de 20 000 millones de parámetros 
o aumenta el tamaño del modelo a 65 000 millones de parámetros, primero debe intentar reducir el 
tamaño del lote. Si el modelo sigue sin ajustarse al tamaño de lote más pequeño (el tamaño de lote 
de 1), intente aumentar el grado de paralelismo de modelos.

Paralelismo de datos partidos con paralelismo de tensores y colectivos NCCL

Modelo/
número 
de 
parámetro 
s

Número 
de 
instancia 
s

Tipo de 
instancia

Longitud 
de 
secuencia

Tamaño 
de lote 
global

Tamaño 
de 
minilote

Grado 
de 
paralelis 
mo de 
datos 
partidos

Grado 
de 
tensor 
paralelo

Descarga 
de 
activació 
n

GPT-
NEOX- 
65B

64 ml.p4d.24 
xlarge

2048 512 8 16 8 Y
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Modelo/
número 
de 
parámetro 
s

Número 
de 
instancia 
s

Tipo de 
instancia

Longitud 
de 
secuencia

Tamaño 
de lote 
global

Tamaño 
de 
minilote

Grado 
de 
paralelis 
mo de 
datos 
partidos

Grado 
de 
tensor 
paralelo

Descarga 
de 
activació 
n

GPT-
NEOX- 
65B

64 ml.p4d.24 
xlarge

4096 512 2 64 2 Y

El uso combinado del paralelismo de datos partidos y el paralelismo de tensores resulta útil cuando 
se quiere encajar un modelo de lenguaje grande (LLM) en un clúster a gran escala y, al mismo 
tiempo, utilizar datos de texto con una longitud de secuencia más larga, lo que lleva a utilizar un 
tamaño de lote más pequeño y, por lo tanto, gestionar el uso de la memoria de la GPU para entrenar 
los LLM con secuencias de texto más largas. Para obtener más información, consulte the section 
called “Paralelismo de datos partidos con paralelismo de tensores”.

Para ver casos prácticos, puntos de referencia y más ejemplos de configuración, consulte la entrada 
del blog Nuevas mejoras de rendimiento en la biblioteca paralela de SageMaker modelos de 
Amazon.

Paralelismo de datos partidos con colectivos SMDDP

La biblioteca SageMaker de paralelismo de datos ofrece primitivas de comunicación colectiva 
(colectivos SMDDP) optimizadas para la infraestructura. AWS Logra la optimización al adoptar un 
patrón de all-to-all-type comunicación mediante el uso del Elastic Fabric Adapter (EFA), lo que da 
como resultado colectivos de alto rendimiento y menos sensibles a la latencia, lo que descarga 
el procesamiento relacionado con la comunicación a la CPU y libera los ciclos de la GPU para el 
cálculo. En clústeres grandes, los colectivos SMDDP pueden ofrecer mejoras de hasta un 40 % en 
el rendimiento de los entrenamientos distribuidos en comparación con los NCCL. Para ver casos 
prácticos y resultados comparativos, consulte el blog Nuevas mejoras de rendimiento en la biblioteca 
de paralelismo de SageMaker modelos de Amazon.

Note

El paralelismo de datos fragmentados con SMDDP Collectives está disponible en la 
biblioteca de paralelismo de SageMaker modelos, versión 1.13.0 y versiones posteriores, y 
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en la biblioteca de paralelismo de datos, versión 1.6.0 y versiones posteriores. SageMaker 
Consulte también Supported configurations para utilizar el paralelismo de datos partidos con 
los colectivos SMDDP.

En el paralelismo de datos partidos, que es una técnica de uso común en el entrenamiento 
distribuido a gran escala, el colectivo AllGather se utiliza para reconstituir los parámetros 
de la capa partida para los cálculos de la pasada hacia adelante y hacia atrás, en paralelo con 
el cálculo de la GPU. En el caso de los modelos de gran tamaño, es fundamental realizar la 
operación AllGather de forma eficiente para evitar problemas con la GPU y reducir la velocidad de 
entrenamiento. Cuando se activa el paralelismo de datos partidos, los colectivos SMDDP se agrupan 
en estos colectivos AllGather fundamentales para el rendimiento, lo que mejora el rendimiento del 
entrenamiento.

Entrenar con colectivos SMDDP

Cuando su trabajo de entrenamiento tenga activado el paralelismo de datos partidos y cumpla con
Supported configurations, los colectivos SMDDP se activarán automáticamente. De manera interna, 
los colectivos SMDDP optimizan el colectivo AllGatherpara rendir en la infraestructura AWS y 
recurren a los NCCL para el resto de colectivos. Además, en configuraciones no compatibles, todos 
los colectivos, incluidos AllGather, utilizan automáticamente el backend de los NCCL.

A partir SageMaker de la versión 1.13.0 modelparallel de "ddp_dist_backend" la biblioteca 
de paralelismo de modelos, el parámetro se añade a las opciones. El valor predeterminado de 
este parámetro de configuración es "auto", que utiliza los colectivos SMDDP siempre que sea 
posible y, de lo contrario, recurre a los NCCL. Para forzar a la biblioteca a utilizar siempre los NCCL, 
especifique "nccl" en el parámetro de configuración "ddp_dist_backend".

El siguiente ejemplo de código muestra cómo configurar un PyTorch estimador utilizando el 
paralelismo de datos fragmentados con el "ddp_dist_backend" parámetro, que está establecido 
en forma predeterminada y, por lo tanto, su adición es opcional. "auto"

import sagemaker
from sagemaker.pytorch import PyTorch

smp_options = { 
    "enabled":True, 
    "parameters": {                         
        "partitions": 1, 
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        "ddp": True, 
        "sharded_data_parallel_degree": 64
        "bf16": True, 
         "ddp_dist_backend": "auto"  # Specify "nccl" to force to use NCCL.
    }
}

mpi_options = { 
    "enabled" : True,                      # Required 
    "processes_per_host" : 8               # Required
}

smd_mp_estimator = PyTorch( 
    entry_point="your_training_script.py", # Specify your train script 
    source_dir="location_to_your_script", 
    role=sagemaker.get_execution_role(), 
    instance_count=8, 
    instance_type='ml.p4d.24xlarge', 
    framework_version='1.13.1', 
    py_version='py3', 
    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="sharded-data-parallel-demo",
)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Configuraciones admitidas

La operación AllGather con los colectivos SMDDP se activa en los trabajos de entrenamiento 
cuando se cumplen todos los requisitos de configuración siguientes.

• El grado de paralelismo de los datos partidos es superior a 1

• Instance_count mayor que 1

• Instance_type igual a ml.p4d.24xlarge

• SageMaker contenedor de entrenamiento para la versión 1.12.1 o posterior PyTorch

• La biblioteca de paralelismo SageMaker de datos v1.6.0 o posterior

• La biblioteca de paralelismo de SageMaker modelos v1.13.0 o posterior
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Ajuste del rendimiento y de la memoria

Los colectivos SMDDP utilizan memoria de GPU adicional. Existen dos variables de entorno 
para configurar el uso de la memoria de la GPU en función de los diferentes casos de uso de 
entrenamiento de modelos.

• SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES Durante la operación AllGather SMDDP, el 
búfer de entrada AllGather se copia en un búfer temporal para la comunicación entre nodos. 
La variable SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES controla el tamaño (en bytes) de este 
búfer temporal. Si el tamaño del búfer temporal es menor que el tamaño del búfer de entrada
AllGather, el colectivo AllGather recurre a los NCCL.

• Valor predeterminado: 16 * 1024 * 1024 (16 MB)

• Valores aceptables: cualquier múltiplo de 8192

• SMDDP_AG_SORT_BUFFER_SIZE_BYTES La variable SMDDP_AG_SORT_BUFFER_SIZE_BYTES
consiste en dimensionar el búfer temporal (en bytes) para almacenar los datos recopilados 
de la comunicación entre nodos. Si el tamaño de este búfer temporal es inferior a 1/8 * 
sharded_data_parallel_degree * AllGather input size, el colectivo AllGather
recurre a los NCCL.

• Valor predeterminado: 128 * 1024 * 1024 (128 MB)

• Valores aceptables: cualquier múltiplo de 8192

Guía de ajuste de las variables de tamaño del búfer

Los valores predeterminados de las variables de entorno deberían funcionar bien en la mayoría de 
los casos de uso. Recomendamos ajustar estas variables solo si en el entrenamiento se produce el 
error (OOM). out-of-memory

En la siguiente lista, se describen algunos consejos de ajuste para reducir el consumo de memoria 
de la GPU de los colectivos SMDDP y, al mismo tiempo, conservar la ganancia de rendimiento que 
generan.

• Ajustar SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES

• El tamaño del búfer de entrada AllGather es menor para los modelos más pequeños. Por lo 
tanto, el tamaño requerido para SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES puede ser menor 
para los modelos con menos parámetros.
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• El tamaño del búfer de entrada AllGather disminuye a medida que
sharded_data_parallel_degree aumenta, ya que el modelo se parte en más GPU. Por lo 
tanto, el tamaño requerido para SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES puede ser menor 
para tareas de entrenamiento con valores grandes para sharded_data_parallel_degree.

• Ajustar SMDDP_AG_SORT_BUFFER_SIZE_BYTES

• La cantidad de datos recopilados de la comunicación entre nodos es menor 
para los modelos con menos parámetros. Por lo tanto, el tamaño requerido para
SMDDP_AG_SORT_BUFFER_SIZE_BYTES puede ser menor para estos modelos con un número 
menor de parámetros.

Es posible que algunos colectivos recurran a los NCCL; por lo tanto, es posible que no 
consiga el rendimiento de los colectivos SMDDP optimizados. Si hay memoria de GPU 
adicional disponible para su uso, puede considerar la posibilidad de aumentar los valores de
SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES y SMDDP_AG_SORT_BUFFER_SIZE_BYTES para 
aprovechar la ganancia de rendimiento.

El siguiente código muestra cómo configurar las variables de entorno agregándolas al parámetro
mpi_options de distribución del estimador. PyTorch

import sagemaker
from sagemaker.pytorch import PyTorch

smp_options = { 
    .... # All modelparallel configuration options go here
}

mpi_options = { 
    "enabled" : True,                      # Required 
    "processes_per_host" : 8               # Required
}

# Use the following two lines to tune values of the environment variables for buffer
mpioptions += " -x SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES=8192"  
mpioptions += " -x SMDDP_AG_SORT_BUFFER_SIZE_BYTES=8192"

smd_mp_estimator = PyTorch( 
    entry_point="your_training_script.py", # Specify your train script 
    source_dir="location_to_your_script", 
    role=sagemaker.get_execution_role(), 
    instance_count=8, 
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    instance_type='ml.p4d.24xlarge', 
    framework_version='1.13.1', 
    py_version='py3', 
    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="sharded-data-parallel-demo-with-tuning",
)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Entrenamiento de precisión mixto con paralelismo de datos partidos

Para ahorrar aún más memoria en la GPU con números de coma flotante de precisión media y 
paralelismo de datos partidos, puede activar el formato de coma flotante de 16 bits (FP16) o el
formato de punto flotante Brain (BF16) añadiendo un parámetro adicional a la configuración de 
entrenamiento distribuido.

Note

El entrenamiento de precisión mixta con paralelismo de datos fragmentados está disponible 
en la biblioteca de paralelismo de modelos, versión 1.11.0 y versiones posteriores 
SageMaker .

Para el entrenamiento de FP16 con paralelismo de datos partidos

Para ejecutar el entrenamiento de FP16 con paralelismo de datos partidos, agregue "fp16": 
True" al diccionario de configuración smp_options. En el script de su entrenamiento, puede 
elegir entre las opciones de escalado de pérdidas estáticas y dinámicas a través del módulo
smp.DistributedOptimizer. Para obtener más información, consulte the section called 
“Entrenamiento con el FP16 con paralelismo de modelos”.

smp_options = { 
    "enabled": True, 
    "parameters": { 
        "ddp": True, 
        "sharded_data_parallel_degree": 2, 
         "fp16": True
    }
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}

Para el entrenamiento del BF16 con paralelismo de datos partidos

La función de paralelismo de datos fragmentados permite el entrenamiento en el tipo de datos 
BF16. SageMaker El tipo de datos BF16 usa 8 bits para representar el exponente de un número 
de coma flotante, mientras que el tipo de datos FP16 usa 5 bits. Preservar los 8 bits del exponente 
permite mantener la misma representación del exponente de un número de coma flotante de 
precisión única (FP32) de 32 bits. Esto hace que la conversión entre el FP32 y el BF16 sea más 
sencilla y mucho menos propensa a provocar problemas de desbordamiento o subdesbordamiento 
que suelen surgir en el entrenamiento con el FP16, especialmente cuando se entrenan modelos 
más grandes. Si bien ambos tipos de datos utilizan 16 bits en total, este aumento del rango de 
representación del exponente en el formato BF16 se produce a expensas de una menor precisión. 
Para el entrenamiento de modelos grandes, esta precisión reducida suele considerarse una 
compensación aceptable entre el alcance y la estabilidad del entrenamiento.

Note

Actualmente, el entrenamiento con el BF16 solo funciona cuando está activado el paralelismo 
de datos partidos.

Para ejecutar el entrenamiento de BF16 con paralelismo de datos partidos, agregue "bf16": True
al diccionario de configuración smp_options.

smp_options = { 
    "enabled": True, 
    "parameters": { 
        "ddp": True, 
        "sharded_data_parallel_degree": 2, 
         "bf16": True
    }
}

Paralelismo de datos partidos con paralelismo de tensores

Si utiliza el paralelismo de datos partidos y también necesita reducir el tamaño del lote global, 
considere la posibilidad de utilizar el paralelismo de tensores con el paralelismo de datos partidos. 
Al entrenar un modelo grande con paralelismo de datos partidos en un clúster de procesamiento 
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muy grande (normalmente 128 nodos o más), incluso un tamaño de lote pequeño por GPU da como 
resultado un tamaño de lote global muy grande. Puede provocar problemas de convergencia o 
problemas de bajo rendimiento computacional. En ocasiones, no es posible reducir el tamaño del lote 
por GPU solo con el paralelismo de datos partidos si un solo lote ya es grande y no puede reducirse 
más. En estos casos, el uso del paralelismo de datos partidos en combinación con el paralelismo de 
tensores ayuda a reducir el tamaño del lote global.

La elección de los grados paralelos y tensoriales paralelos óptimos para los datos partidos depende 
de la escala del modelo, el tipo de instancia y el tamaño del lote global que sea razonable para que el 
modelo converja. Le recomendamos que comience con un grado de tensor paralelo bajo para ajustar 
el tamaño del lote global al clúster de procesamiento a fin de resolver los out-of-memory errores 
de CUDA y lograr el mejor rendimiento. Consulte los dos casos de ejemplo siguientes para saber 
cómo la combinación de paralelismo de tensores y paralelismo de datos partidos le ayuda a ajustar el 
tamaño del lote global al agrupar las GPU para el paralelismo del modelo, lo que resulta en un menor 
número de réplicas de modelos y un tamaño de lote global más pequeño.

Note

Esta función está disponible en la biblioteca de paralelismo de SageMaker modelos, versión 
1.15, y es compatible con la versión 1.13.1. PyTorch

Note

Esta característica está disponible para los modelos compatibles mediante la 
funcionalidad de paralelismo de tensores de la biblioteca. Para ver la lista de modelos 
compatibles, consulte Soporte listo para usar modelos Hugging Face Transformer. 
Tenga en cuenta también que debe pasar tensor_parallelism=True al argumento
smp.model_creation mientras modifica el script de su entrenamiento. Para obtener 
más información, consulte el guion de formación en el repositorio de ejemplos.
train_gpt_simple.pySageMaker GitHub

Ejemplo 1

Supongamos que queremos entrenar un modelo en un clúster de 1536 GPU (192 nodos 
con 8 GPU en cada uno), estableciendo el grado de paralelismo de los datos partidos en 32 
(sharded_data_parallel_degree=32) y el tamaño del lote por GPU en 1, donde cada lote tiene 
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una longitud de secuencia de 4096 fichas. En este caso, hay 1536 réplicas de modelos, el tamaño 
del lote global pasa a ser 1536 y cada lote global contiene unos 6 millones de tokens.

(1536 GPUs) * (1 batch per GPU) = (1536 global batches)
(1536 batches) * (4096 tokens per batch) = (6,291,456 tokens)

Si se le añade un paralelismo de tensores, se puede reducir el tamaño del lote global. Un ejemplo 
de configuración puede ser establecer el grado de paralelismo del tensor en 8 y el tamaño del lote 
por GPU en 4. Esto forma 192 grupos de tensores paralelos o 192 réplicas de modelos, donde 
cada réplica de modelo se distribuye en 8 GPU. El tamaño del lote de 4 es la cantidad de datos de 
entrenamiento por iteración y por grupo de tensores paralelos; es decir, cada réplica del modelo 
consume 4 lotes por iteración. En este caso, el tamaño del lote global pasa a ser 768 y cada lote 
global contiene unos 3 millones de tokens. Por lo tanto, el tamaño del lote global se reduce a la mitad 
en comparación con el caso anterior solo con el paralelismo de datos partidos.

(1536 GPUs) / (8 tensor parallel degree) = (192 tensor parallelism groups)
(192 tensor parallelism groups) * (4 batches per tensor parallelism group) = (768 
 global batches)
(768 batches) * (4096 tokens per batch) = (3,145,728 tokens)

Ejemplo 2

Cuando se activan tanto el paralelismo de datos partidos como el paralelismo de 
tensores, la biblioteca primero aplica el paralelismo de tensores y parte el modelo en esta 
dimensión. Para cada rango paralelo tensorial, el paralelismo de datos se aplica según
sharded_data_parallel_degree.

Por ejemplo, supongamos que queremos configurar 32 GPU con un grado paralelo tensorial de 4 
(formando grupos de 4 GPU), un grado paralelo de datos partidos de 4 y terminando con un grado de 
replicación de 2. La asignación crea ocho grupos de GPU en función del grado paralelo del tensor de 
la siguiente manera: (0,1,2,3), (4,5,6,7), (8,9,10,11), (12,13,14,15), (16,17,18,19),
(20,21,22,23), (24,25,26,27), (28,29,30,31). Es decir, cuatro GPU forman un grupo de 
tensores paralelos. En este caso, el grupo paralelo de datos reducido para las GPU de rango 0 de 
los grupos paralelos de tensores sería (0,4,8,12,16,20,24,28). El grupo paralelo de datos 
reducido se parte en función del grado de paralelo de datos partidos de 4, lo que da como resultado 
dos grupos de replicación para el paralelismo de datos. Las GPU (0,4,8,12) forman un grupo de 
partición, que en conjunto contiene una copia completa de todos los parámetros del rango paralelo 
del tensor 0, y las GPU (16,20,24,28) forman otro grupo de este tipo. Otros rangos paralelos 
tensoriales también tienen grupos de partición y replicación similares.
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Figure 1: Tensor parallelism groups for (nodes, sharded data parallel degree, tensor parallel degree) 
= (4, 4, 4), where each rectangle represents a GPU with indices from 0 to 31. The GPUs form tensor 
parallelism groups from TPG0 to TPG7. Replication groups are ({TPG0, TPG4}, {TPG1, TPG5}, {TPG2, 
TPG6} and {TPG3, TPG7}); each replication group pair shares the same color but filled differently.

Figure 2: Sharded data parallelism groups for (nodes, sharded data parallel degree, tensor parallel 
degree) = (4, 4, 4), where each rectangle represents a GPU with indices from 0 to 31. The GPUs form 
sharded data parallelism groups from SDPG0 to SDPG7. Replication groups are ({SDPG0, SDPG4}, 
{SDPG1, SDPG5}, {SDPG2, SDPG6} and {SDPG3, SDPG7}); each replication group pair shares the 
same color but filled differently.

Cómo activar el paralelismo de datos partidos con el paralelismo de tensores

Para usar el paralelismo de datos fragmentados con el paralelismo tensorial, es necesario establecer 
ambos sharded_data_parallel_degree y tensor_parallel_degree en la configuración 
para crear un objeto de la clase estimadordistribution. SageMaker PyTorch
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También debe activar prescaled_batch. Esto significa que, en lugar de que cada GPU lea su 
propio lote de datos, cada grupo paralelo de tensores leerá colectivamente un lote combinado del 
tamaño de lote elegido. Efectivamente, en lugar de dividir el conjunto de datos en partes iguales 
al número de GPU (o tamaño paralelo de datos, smp.dp_size()), lo divide en partes iguales al 
número de GPU dividido por tensor_parallel_degree (también denominado tamaño paralelo 
de datos reducido, smp.rdp_size()). Para obtener más información sobre el lote preescalado, 
consulte Lote preescalado en la documentación del SDK de SageMaker Python. Consulta también 
el ejemplo del script de entrenamiento train_gpt_simple.pypara la GPT-2 en el repositorio de 
ejemplos. SageMaker GitHub

El siguiente fragmento de código muestra un ejemplo de creación de un objeto PyTorch estimador 
basado en el escenario mencionado anteriormente en. the section called “Ejemplo 2”

mpi_options = "-verbose --mca orte_base_help_aggregate 0 "
smp_parameters = { 
    "ddp": True, 
    "fp16": True, 
    "prescaled_batch": True, 
    "sharded_data_parallel_degree": 4, 
    "tensor_parallel_degree": 4
}

pytorch_estimator = PyTorch( 
    entry_point="your_training_script.py", 
    role=role, 
    instance_type="ml.p4d.24xlarge", 
    volume_size=200, 
    instance_count=4, 
    sagemaker_session=sagemaker_session, 
    py_version="py3", 
    framework_version="1.13.1", 
    distribution={ 
        "smdistributed": { 
            "modelparallel": { 
                "enabled": True,  
                "parameters": smp_parameters, 
            } 
        }, 
        "mpi": { 
            "enabled": True, 
            "processes_per_host": 8, 
            "custom_mpi_options": mpi_options, 
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        }, 
    }, 
    source_dir="source_directory_of_your_code", 
    output_path=s3_output_location
)

Consejos y consideraciones a tener en cuenta para utilizar el paralelismo de datos partidos

Tenga en cuenta lo siguiente al utilizar el paralelismo de datos fragmentados de la SageMaker 
biblioteca de paralelismo de modelos.

• El paralelismo de datos partidos es compatible con el entrenamiento de FP16. Para ejecutar el 
entrenamiento de FP16, consulte la sección the section called “Entrenamiento con el FP16 con 
paralelismo de modelos”.

• El paralelismo de datos partidos es compatible con el paralelismo de tensores. Es posible que 
deba tener en cuenta los siguientes elementos para utilizar el paralelismo de datos partidos con el 
paralelismo de tensores.

• Al utilizar el paralelismo de datos partidos con el paralelismo de tensores, las capas incrustadas 
también se distribuyen automáticamente en el grupo tensorial paralelo. En otras palabras, el 
parámetro distribute_embedding se establece automáticamente en True. Para obtener 
más información sobre el paralelismo de tensores, consulte the section called “Paralelismo de 
tensores”.

• Tenga en cuenta que el paralelismo de datos partidos con el paralelismo de tensores utiliza 
actualmente los colectivos NCCL como base de la estrategia de entrenamiento distribuido.

Para obtener más información, consulte la sección the section called “Paralelismo de datos 
partidos con paralelismo de tensores”.

• El paralelismo de datos partidos actualmente no es compatible con el paralelismo de canalización
o la partición del estado del optimizador. Para activar el paralelismo de datos partidos, desactive la 
partición del estado del optimizador y establezca el grado de paralelo de la canalización en 1.

• Las funciones de verificación de activación y descarga de activación son compatibles con el 
paralelismo de datos partidos.

• Para utilizar el paralelismo de datos partidos con la acumulación de gradientes, 
defina el argumento backward_passes_per_step en función del 
número de pasos de acumulación mientras agrupa el modelo con el módulo
smdistributed.modelparallel.torch.DistributedModel. Esto garantiza que la 
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operación AllReduce de gradiente en todos los grupos de replicación del modelo (grupos de 
partición) se lleve a cabo en el límite de acumulación de gradientes.

• Puede comprobar sus modelos entrenados con paralelismo de datos partidos mediante las API de 
puntos de control de la biblioteca, smp.save_checkpoint y smp.resume_from_checkpoint. 
Para obtener más información, consulte the section called “Verificación de un PyTorch modelo 
distribuido (para la biblioteca de paralelismo de SageMaker modelos v1.10.0 y versiones 
posteriores)”.

• El comportamiento del parámetro de configuración delayed_parameter_initialization
cambia con el paralelismo de datos partidos. Cuando estas dos funciones se activan 
simultáneamente, los parámetros se inicializan inmediatamente al crear el modelo de forma 
partida, en lugar de retrasar la inicialización de los parámetros, de modo que cada rango se 
inicializa y almacena su propia partición de parámetros.

• Cuando se activa el paralelismo de datos partidos, la biblioteca recorta el gradiente internamente 
al ejecutar la llamada optimizer.step(). No es necesario utilizar las API de utilidades para 
recortar gradientes, por ejemplo torch.nn.utils.clip_grad_norm_(). Para ajustar el valor 
umbral para el recorte de gradiente, puede establecerlo mediante el sdp_gradient_clipping
parámetro de la configuración del parámetro de distribución al construir el estimador, como se 
muestra en la SageMaker PyTorch sección. the section called “Cómo aplicar el paralelismo de 
datos partidos a su trabajo de entrenamiento”

Canalización de un modelo

Una de las características principales de la biblioteca de paralelismo SageMaker de modelos es el 
paralelismo de canalización, que determina el orden en que se realizan los cálculos y se procesan 
los datos en todos los dispositivos durante el entrenamiento del modelo. La canalización es una 
técnica que permite lograr una auténtica paralelización en el paralelismo de los modelos, al hacer 
que las GPU procesen simultáneamente en diferentes muestras de datos, y superar la pérdida de 
rendimiento provocada por el cálculo secuencial. Al utilizar el paralelismo de canalización, el trabajo 
de entrenamiento se ejecuta de forma escalonada en microlotes para maximizar el uso de la GPU.

Note

El paralelismo por canalización, también denominado particionamiento de modelos, está 
disponible tanto para como para. PyTorch TensorFlow Para las versiones compatibles de los 
marcos, consulte the section called “Marcos admitidos y Regiones de AWS”.
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Programa de ejecución de canalización

La canalización se basa en dividir un minilote en microlotes, que se introducen en el proceso de 
formación one-by-one y siguen un programa de ejecución definido por el tiempo de ejecución 
de la biblioteca. Un microlote es un subconjunto más pequeño de un minilote de entrenamiento 
determinado. El programa de canalización determina qué microlote ejecuta cada dispositivo en cada 
intervalo de tiempo.

Por ejemplo, según el programa de canalización y la división del modelo, la GPU i puede realizar 
el cálculo (hacia adelante o hacia atrás) en microlote b, mientras que la GPU i+1 realiza el cálculo 
en microlote b+1, manteniendo así ambas GPU activas al mismo tiempo. Durante una sola pasada 
hacia adelante o hacia atrás, el flujo de ejecución de un único microlote puede visitar el mismo 
dispositivo varias veces, en función de la decisión de división. Por ejemplo, una operación que se 
realiza al principio del modelo se puede colocar en el mismo dispositivo que una operación al final 
del modelo, mientras que las operaciones intermedias se realizan en diferentes dispositivos, lo que 
significa que este dispositivo se visita dos veces.

La biblioteca ofrece dos programas de canalización diferentes, simples e intercalados, que se 
pueden configurar mediante el pipeline parámetro del SDK de SageMaker Python. En la mayoría 
de los casos, la canalización intercalada puede alcanzar mejor rendimiento al utilizar las GPU de 
manera más eficiente.

Canalización intercalada

En una canalización intercalada, se prioriza la ejecución inversa de los microlotes siempre que 
sea posible. Esto permite liberar más rápidamente la memoria utilizada para las activaciones, lo 
que permite utilizar la memoria de manera más eficiente. También permite aumentar el número de 
microlotes, lo que reduce el tiempo de inactividad de las GPU. En estado estable, cada dispositivo 
alterna entre pasadas hacia adelante y hacia atrás. Esto significa que la pasada hacia atrás de un 
microlote puede transcurrir antes de que finalice la pasada hacia adelante de otro microlote.

La figura anterior ilustra un ejemplo de programa de ejecución para la canalización intercalada en 2 
GPU. En dicha figura, F0 representa la pasada hacia adelante para el microlote 0 y B1 representa 
la pasada hacia atrás para el microlote 1. La actualización representa la actualización de los 
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parámetros por parte del optimizador. La GPU0 siempre prioriza las pasadas hacia atrás siempre que 
sea posible (por ejemplo, ejecuta B0 antes que F2), lo que permite borrar la memoria utilizada para 
las activaciones anteriores.

Canalización sencilla

Por el contrario, una canalización simple termina de ejecutar la pasada hacia adelante para cada 
microlote antes de iniciar la pasada hacia atrás. Esto significa que solo canaliza la pasada hacia 
adelante y la pasada hacia atrás dentro de sí misma. En la siguiente figura, se muestra un ejemplo 
de cómo funciona, en 2 GPU.

Canalización de la ejecución en marcos específicos

Usa las siguientes secciones para obtener más información sobre las decisiones de programación de 
canalizaciones específicas del marco que se utilizan en la biblioteca de paralelismo SageMaker de 
modelos para y. TensorFlow PyTorch

Pipeline Execution con TensorFlow

La siguiente imagen es un ejemplo de un TensorFlow gráfico dividido por la biblioteca de paralelismo 
de modelos, mediante la división automática de modelos. Al dividir un gráfico, cada subgráfico 
resultante se replica B veces (excepto las variables), donde B es el número de microlotes. En esta 
figura, cada subgráfico se repite 2 veces (B=2). Se inserta una operación SMPInput en cada entrada 
de un subgráfico y se inserta una operación SMPOutput en cada salida. Estas operaciones se 
comunican con el servidor de la biblioteca para transferir los tensores entre sí.

La siguiente imagen es un ejemplo de 2 subgráficos divididos por B=2 con operaciones de gradiente 
añadidas. El gradiente de una operación SMPInput es una operación SMPOutput y viceversa. Esto 
permite que los gradientes fluyan hacia atrás durante la retropropagación.
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Este GIF muestra un ejemplo de un programa de ejecución de tuberías intercalado con B=2 
microlotes y 2 subgráficos. Cada dispositivo ejecuta secuencialmente una de las réplicas de los 
subgráficos para mejorar el uso de la GPU. A medida que B crece, la fracción de los intervalos 
de tiempo de inactividad se reduce a cero. Siempre que llegue el momento de realizar un cálculo 
(hacia adelante o hacia atrás) en una réplica de subgráfico específica, la capa de canalización envía 
señales a las operaciones SMPInput azules correspondientes para que comiencen a ejecutarse.

Una vez calculados los gradientes de todos los microlotes de un único minilote, la biblioteca combina 
los gradientes de todos los microlotes para luego aplicarlos a los parámetros.

Pipeline Execution con PyTorch

Conceptualmente, la canalización sigue una idea similar en. PyTorch Sin embargo, dado que 
PyTorch no incluye gráficos estáticos, la PyTorch función de la biblioteca de paralelismo de modelos 
utiliza un paradigma de canalización más dinámico.

Por ejemplo TensorFlow, cada lote se divide en varios microlotes, que se ejecutan uno a la vez 
en cada dispositivo. Sin embargo, el programa de ejecución se gestiona a través de servidores 
de ejecución lanzados en cada dispositivo. Siempre que se necesite la salida de un submódulo 
colocado en otro dispositivo en el dispositivo actual, se envía una solicitud de ejecución al servidor de 
ejecución del dispositivo remoto junto con los tensores de entrada al submódulo. Luego, el servidor 
ejecuta este módulo con las entradas dadas y devuelve la respuesta al dispositivo actual.
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Como el dispositivo actual está inactivo durante la ejecución remota del submódulo, la ejecución 
local del microlote actual se detiene y el tiempo de ejecución de la biblioteca cambia la ejecución 
a otro microlote en el que el dispositivo actual puede trabajar activamente. La priorización de los 
microlotes viene determinada por el programa de canalización elegido. En el caso de un programa 
de canalización intercalado, siempre que sea posible, se prioriza los microlotes que se encuentran en 
la fase anterior del cálculo.

Paralelismo de tensores

El paralelismo de tensores es un tipo de paralelismo de modelos en el que las ponderaciones, 
gradientes y estados del optimizador específicos del modelo se dividen entre los dispositivos. A 
diferencia del paralelismo por canalización, que mantiene intactos las ponderaciones individuales 
pero divide el conjunto de ponderaciones, el paralelismo de tensores divide las ponderaciones 
individuales. Por lo general, esto implica el cálculo distribuido de operaciones, módulos o capas 
específicos del modelo.

El paralelismo de tensores es necesario en los casos en los que un único parámetro consume la 
mayor parte de la memoria de la GPU (por ejemplo, tablas de incrustación grandes con un gran 
tamaño de vocabulario o una capa softmax grande con un gran número de clases). En este caso, 
tratar este gran tensor u operación como una unidad atómica es ineficiente e impide equilibrar la 
carga de memoria.

El paralelismo de tensores también es útil para modelos extremadamente grandes en los que 
una canalización pura simplemente no es suficiente. Por ejemplo, con los modelos a escala 
GPT-3 que requieren dividir en decenas de instancias, una canalización pura por microlotes es 
ineficiente porque la profundidad de la canalización es demasiado alta y la sobrecarga se vuelve 
prohibitivamente grande.

Note

El paralelismo tensorial está disponible PyTorch en la biblioteca de SageMaker modelos de 
paralelismo v1.6.0 y versiones posteriores.

Temas

• Cómo funciona el paralelismo de tensores

• Ejecute un trabajo de entrenamiento en paralelo de un modelo SageMaker distribuido con Tensor 
Paralelism
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• Soporte listo para usar para modelos Hugging Face Transformer

• Mecanismo de clasificación cuando se utiliza una combinación de paralelismo de canalización y 
paralelismo de tensores

Cómo funciona el paralelismo de tensores

El paralelismo de tensores tiene lugar a nivel de nn.Modules; divide módulos específicos del 
modelo en rangos paralelos tensoriales. Esto se suma a la división existente del conjunto de módulos
utilizados en el paralelismo de canalización.

Cuando un módulo se divide mediante paralelismo de tensores, se distribuye su propagación hacia 
adelante y hacia atrás. La biblioteca gestiona la comunicación necesaria entre los dispositivos para 
implementar la ejecución distribuida de estos módulos. Los módulos se dividen en varios rangos 
paralelos de datos. A diferencia de la distribución tradicional de cargas de trabajo, cada rango 
paralelo de datos no tiene la réplica completa del modelo cuando se utiliza el paralelismo de tensores 
de la biblioteca. En cambio, cada rango paralelo de datos puede tener solo una división de los 
módulos distribuidos, además de la totalidad de los módulos que no están distribuidos.

Ejemplo: considere el paralelismo de tensores en los rangos paralelos de datos, donde el grado de 
paralelismo de datos es 4 y el grado de paralelismo de tensores es 2. Supongamos que tiene un 
grupo paralelo de datos que contiene el siguiente árbol de módulos, después de dividir el conjunto de 
módulos.

A
### B
|   ### E
|   ### F
### C
### D 
    ### G 
    ### H

Supongamos que el paralelismo de tensores es compatible con los módulos B, G y H. Un posible 
resultado de la división tensorial paralela de este modelo podría ser:

dp_rank 0 (tensor parallel rank 0): A, B:0, C, D, G:0, H
dp_rank 1 (tensor parallel rank 1): A, B:1, C, D, G:1, H
dp_rank 2 (tensor parallel rank 0): A, B:0, C, D, G:0, H
dp_rank 3 (tensor parallel rank 1): A, B:1, C, D, G:1, H
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Cada línea representa el conjunto de módulos almacenados en ese dp_rank, y la notación X:y
representa la fracción y del módulo X. Tenga en cuenta lo siguiente:

1. La división se lleva a cabo en subconjuntos de rangos paralelos de datos, que llamamos
TP_GROUP, no todo el DP_GROUP, de modo que la división exacta del modelo se replica en
dp_rank 0 y dp_rank 2, y de manera similar en dp_rank 1 y dp_rank 3.

2. Los módulos E y F ya no forman parte del modelo, ya que su módulo principal B está dividido, 
así como cualquier ejecución que sea normalmente una parte de E y F se lleva a cabo dentro del 
módulo B (dividido).

3. Si bien H es compatible con el paralelismo de tensores, en este ejemplo no está dividido, 
lo que pone de relieve que la posibilidad de dividir un módulo depende de la entrada del 
usuario. El hecho de que un módulo sea compatible con el paralelismo de tensores no significa 
necesariamente que esté dividido.

Cómo adapta la biblioteca el PyTorch nn.Linear paralelismo tensorial al módulo

Cuando el paralelismo de tensores se realiza sobre rangos paralelos de datos, un subconjunto de los 
parámetros, gradientes y estados del optimizador se divide en los dispositivos tensoriales paralelos
para los módulos que están divididos. En cuanto al resto de módulos, los dispositivos paralelos 
tensores funcionan de forma paralela y regular. Para ejecutar el módulo dividido, un dispositivo 
primero recopila las partes necesarias de todas las muestras de datos de los dispositivos homólogos 
del mismo grupo de paralelismo de tensores. Luego, el dispositivo ejecuta la fracción local del 
módulo en todas estas muestras de datos, seguida de otra ronda de sincronización que combina las 
partes de la salida de cada muestra de datos y devuelve las muestras de datos combinadas a las 
GPU desde las que se originó la muestra de datos por primera vez. La siguiente figura muestra un 
ejemplo de este proceso en un módulo nn.Linear dividido.
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La primera figura muestra un modelo pequeño con un módulo nn.Lineargrande con paralelismo 
de datos en los dos rangos de paralelismo de tensores. El módulo nn.Linear se replica en los dos 
rangos paralelos.

La segunda figura muestra el paralelismo de tensores aplicado a un modelo más grande mientras 
se divide el módulo nn.Linear. Cada tp_rank contiene la mitad del módulo lineal y la totalidad 
del resto de las operaciones. Mientras se ejecuta el módulo lineal, cada tp_rank recopila la 
mitad correspondiente de todas las muestras de datos y la pasa a través de su mitad del módulo
nn.Linear. El resultado debe estar disperso y reducido (con la suma como operación de reducción) 
para que cada rango tenga la salida lineal final de sus propias muestras de datos. El resto del 
modelo se ejecuta de forma paralela a los datos típicos.

Ejecute un trabajo de entrenamiento en paralelo de un modelo SageMaker distribuido con Tensor 
Paralelism

En esta sección, aprenderá lo siguiente:
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• Cómo configurar un SageMaker PyTorch estimador y la opción de paralelismo del SageMaker 
modelo para utilizar el paralelismo tensorial.

• Cómo adaptar el script de su entrenamiento mediante los módulos
smdistributed.modelparallel ampliados para el paralelismo de tensores.

Para obtener más información sobre los smdistributed.modelparallel módulos, consulte las
API paralelas del SageMaker modelo en la documentación del SDK de SageMaker Python.

Temas

• Paralelismo tensorial por sí solo

• Paralelismo tensorial combinado con paralelismo de canalización

Paralelismo tensorial por sí solo

A continuación se muestra un ejemplo de una opción de entrenamiento distribuido para activar 
solo el paralelismo de tensores, sin el paralelismo de canalización. Configure los smp_options
diccionarios mpi_options y para especificar las opciones de entrenamiento distribuidas en el 
SageMaker PyTorch estimador.

Note

Las funciones ampliadas de ahorro de memoria están disponibles a través de Deep Learning 
Containers for PyTorch, que implementa la biblioteca de paralelismo de SageMaker modelos 
v1.6.0 o posterior.

Configure un estimador SageMaker PyTorch

mpi_options = { 
    "enabled" : True, 
    "processes_per_host" : 8,               # 8 processes 
    "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none "
} 
                
smp_options = { 
    "enabled":True, 
    "parameters": { 
        "pipeline_parallel_degree": 1,    # alias for "partitions" 
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        "placement_strategy": "cluster", 
         "tensor_parallel_degree": 4,      # tp over 4 devices 
        "ddp": True 
    }
} 
               
smp_estimator = PyTorch( 
    entry_point='your_training_script.py', # Specify 
    role=role, 
    instance_type='ml.p3.16xlarge', 
    sagemaker_session=sagemaker_session, 
    framework_version='1.13.1', 
    py_version='py36', 
    instance_count=1, 
    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="SMD-MP-demo",
)

smp_estimator.fit('s3://my_bucket/my_training_data/')

Tip

Para encontrar una lista completa de parámetrosdistribution, consulte Parámetros de
configuración para el paralelismo de modelos en la documentación del SDK de SageMaker 
Python.

Adapta tu guion de entrenamiento PyTorch

El siguiente ejemplo de guion de entrenamiento muestra cómo adaptar la biblioteca de paralelismo 
de SageMaker modelos a un guion de entrenamiento. En este ejemplo, se asume que el script se 
llama your_training_script.py.

import torch
import torch.nn as nn
import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets
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import smdistributed.modelparallel.torch as smp

class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.conv1 = nn.Conv2d(1, 32, 3, 1) 
        self.conv2 = nn.Conv2d(32, 64, 3, 1) 
        self.fc1 = nn.Linear(9216, 128) 
        self.fc2 = nn.Linear(128, 10) 

    def forward(self, x): 
        x = self.conv1(x) 
        x = F.relu(x) 
        x = self.conv2(x) 
        x = F.relu(x) 
        x = F.max_pool2d(x, 2) 
        x = torch.flatten(x, 1) 
        x = self.fc1(x) 
        x = F.relu(x) 
        x = self.fc2(x) 
        return F.log_softmax(x, 1)

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by 
        # the current process, based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
        output = model(data) 
        loss = F.nll_loss(output, target, reduction="mean") 
        loss.backward() 
        optimizer.step()

# smdistributed: Initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
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# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
if smp.local_rank() == 0: 
    dataset = datasets.MNIST("../data", train=True, download=False)
smp.barrier()

# smdistributed: Shard the dataset based on data parallel ranks
if smp.dp_size() > 1: 
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())} 
    dataset = SplitDataset(dataset, partitions=partitions_dict) 
    dataset.select(f"{smp.dp_rank()}")

train_loader = torch.utils.data.DataLoader(dataset, batch_size=64)

# smdistributed: Enable tensor parallelism for all supported modules in the model
# i.e., nn.Linear in this case. Alternatively, we can use
# smp.set_tensor_parallelism(model.fc1, True)
# to enable it only for model.fc1
with smp.tensor_parallelism():
    model = Net()

# smdistributed: Use the DistributedModel wrapper to distribute the
# modules for which tensor parallelism is enabled
model = smp.DistributedModel(model)

optimizer = optim.AdaDelta(model.parameters(), lr=4.0)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)

Paralelismo tensorial combinado con paralelismo de canalización

El siguiente es un ejemplo de una opción de entrenamiento distribuida que permite combinar el 
paralelismo tensorial con el paralelismo en canalización. Configure los smp_options parámetros
mpi_options y para especificar las opciones paralelas del modelo con paralelismo tensorial al 
configurar un estimador. SageMaker PyTorch

Note

Las funciones ampliadas de ahorro de memoria están disponibles a través de Deep Learning 
Containers for PyTorch, que implementa la biblioteca de paralelismo de SageMaker modelos 
v1.6.0 o posterior.
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Configure un estimador SageMaker PyTorch

mpi_options = { 
    "enabled" : True, 
    "processes_per_host" : 8,               # 8 processes 
    "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none "
} 
                
smp_options = { 
    "enabled":True, 
    "parameters": { 
    "microbatches": 4, 
         "pipeline_parallel_degree": 2,    # alias for "partitions" 
        "placement_strategy": "cluster", 
         "tensor_parallel_degree": 2,      # tp over 2 devices 
        "ddp": True 
    }
} 
               
smp_estimator = PyTorch( 
    entry_point='your_training_script.py', # Specify 
    role=role, 
    instance_type='ml.p3.16xlarge', 
    sagemaker_session=sagemaker_session, 
    framework_version='1.13.1', 
    py_version='py36', 
    instance_count=1, 
    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="SMD-MP-demo",
)

smp_estimator.fit('s3://my_bucket/my_training_data/')   

Adapta tu guion de entrenamiento PyTorch

El siguiente ejemplo de guion de entrenamiento muestra cómo adaptar la biblioteca de paralelismo 
de SageMaker modelos a un guion de entrenamiento. Tenga en cuenta que el script de 
entrenamiento ahora incluye el decorador smp.step:

import torch
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import torch.nn as nn
import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets

import smdistributed.modelparallel.torch as smp

class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.conv1 = nn.Conv2d(1, 32, 3, 1) 
        self.conv2 = nn.Conv2d(32, 64, 3, 1) 
        self.fc1 = nn.Linear(9216, 128) 
        self.fc2 = nn.Linear(128, 10) 

    def forward(self, x): 
        x = self.conv1(x) 
        x = F.relu(x) 
        x = self.conv2(x) 
        x = F.relu(x) 
        x = F.max_pool2d(x, 2) 
        x = torch.flatten(x, 1) 
        x = self.fc1(x) 
        x = F.relu(x) 
        x = self.fc2(x) 
        return F.log_softmax(x, 1)

# smdistributed: Define smp.step. Return any tensors needed outside.
@smp.step
def train_step(model, data, target): 
    output = model(data) 
    loss = F.nll_loss(output, target, reduction="mean") 
    model.backward(loss) 
    return output, loss

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by 
        # the current process, based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
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        # Return value, loss_mb is a StepOutput object 
        _, loss_mb = train_step(model, data, target) 

        # smdistributed: Average the loss across microbatches. 
        loss = loss_mb.reduce_mean() 

        optimizer.step()

# smdistributed: Initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
if smp.local_rank() == 0: 
    dataset = datasets.MNIST("../data", train=True, download=False)
smp.barrier()

# smdistributed: Shard the dataset based on data parallel ranks
if smp.dp_size() > 1: 
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())} 
    dataset = SplitDataset(dataset, partitions=partitions_dict) 
    dataset.select(f"{smp.dp_rank()}")

# smdistributed: Set drop_last=True to ensure that batch size is always divisible
# by the number of microbatches
train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

model = Net()

# smdistributed: enable tensor parallelism only for model.fc1
smp.set_tensor_parallelism(model.fc1, True)

# smdistributed: Use the DistributedModel container to provide the model
# to be partitioned across different ranks. For the rest of the script,
# the returned DistributedModel object should be used in place of
# the model provided for DistributedModel class instantiation.
model = smp.DistributedModel(model)
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optimizer = optim.AdaDelta(model.parameters(), lr=4.0)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)

Soporte listo para usar para modelos Hugging Face Transformer

El paralelismo tensorial de la biblioteca de paralelismo de SageMaker modelos es compatible con los 
siguientes modelos de Hugging Face out-of-the-box Transformer:

• GPT-2, BERT y RoBerta (disponibles en la biblioteca de paralelismo de modelos v1.7.0 y versiones 
posteriores) SageMaker

• GPT-J (disponible en la biblioteca de paralelismo de modelos v1.8.0 y versiones posteriores) 
SageMaker

• GPT-neo (disponible en la biblioteca de paralelismo de modelos v1.10.0 y versiones posteriores) 
SageMaker

Note

Para cualquier otro modelo de Transformers, debe usar la API
smdistributed.modelparallel.torch.tp_register_with_module () para aplicar el paralelismo de 
tensores.

Note

Para usar el paralelismo tensorial para entrenar modelos de Hugging Face Transformer, 
asegúrate de usar Hugging Face Deep Learning Containers, que tengan la biblioteca de 
paralelismo de modelos PyTorch v1.7.0 y versiones posteriores. SageMaker Para obtener 
más información, consulte las notas de versión de la biblioteca de paralelismo de modelos. 
SageMaker

Modelos compatibles listos para usar

Para los modelos de Hugging Face Transformer compatibles con la biblioteca lista para usar, no 
es necesario implementar enlaces manualmente para traducir las API Transformer a capas de 
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transformadores smdistributed. Puede activar el paralelismo tensorial utilizando el administrador 
de contexto smdistributed.modelparallel.torch.tensor_parallelism () y empaquetando el modelo con
smdistributed.modelparallel.torch. DistributedModel(). No necesita registrar manualmente los enlaces 
para el paralelismo de los tensores mediante la API smp.tp_register.

Es posible acceder a las funciones de traducción state_dict entre Hugging Face Transformers y
smdistributed.modelparallel de la siguiente manera.

• smdistributed.modelparallel.torch.nn.huggingface.gpt2.translate_state_dict_to_hf_gpt2(state_dict, 
max_seq_len=None)

• smdistributed.modelparallel.torch.nn.huggingface.gpt2.translate_hf_state_dict_to_smdistributed_gpt2(state_dict)

• smdistributed.modelparallel.torch.nn.huggingface.bert.translate_state_dict_to_hf_bert(state_dict, 
max_seq_len=None)

• smdistributed.modelparallel.torch.nn.huggingface.bert.translate_hf_state_dict_to_smdistributed_bert(state_dict)

• smdistributed.modelparallel.torch.nn.huggingface.roberta.translate_state_dict_to_hf_roberta(state_dict, 
max_seq_len=None)

• smdistributed.modelparallel.torch.nn.huggingface.roberta.translate_hf_state_dict_to_smdistributed_roberta(state_dict)

• smdistributed.modelparallel.torch.nn.huggingface.gptj.translate_state_dict_to_hf_gptj(state_dict, 
max_seq_len=None)(Disponible en la biblioteca de paralelismo de SageMaker modelos v1.8.0 y 
versiones posteriores)

• smdistributed.modelparallel.torch.nn.huggingface.gptj.translate_hf_gptj_state_dict_to_smdistributed_gptj(Disponible 
en la biblioteca de paralelismo de SageMaker modelos v1.8.0 y versiones posteriores)

• smdistributed.modelparallel.torch.nn.huggingface.gptneo.translate_state_dict_to_hf_gptneo(state_dict, 
max_seq_len=None)(Disponible en la biblioteca de paralelismo de SageMaker modelos v1.10.0 
y versiones posteriores)

• smdistributed.modelparallel.torch.nn.huggingface.gptneo.translate_hf_state_dict_to_smdistributed_gptneo(state_dict)(Disponible 
en la biblioteca de paralelismo de SageMaker modelos v1.10.0 y versiones posteriores)

Ejemplo de uso de la característica de traducción GPT-2

Comience por encapsular el modelo tal y como se muestra en el siguiente código.

from transformers import AutoModelForCausalLM

with smp.tensor_parallelism(): 
    model = AutoModelForCausalLM.from_config(hf_gpt2_config)
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model = smp.DistributedModel(model)

Dado un state_dict del objeto DistributedModel, puede cargar las 
ponderaciones en el modelo original de Hugging Face GPT-2 usando la característica
translate_state_dict_to_hf_gpt2 como se muestra en el siguiente código.

from smdistributed.modelparallel.torch.nn.huggingface.gpt2 \ 
                                      import translate_state_dict_to_hf_gpt2
max_seq_len = 1024

# [... code block for training ...]

if smp.rdp_rank() == 0: 
    state_dict = dist_model.state_dict() 
    hf_state_dict = translate_state_dict_to_hf_gpt2(state_dict, max_seq_len) 

    # can now call model.load_state_dict(hf_state_dict) to the original HF model

Ejemplo de uso de la característica de traducción RoBERTa

Del mismo modo, si se trata de un HuggingFace modelo compatiblestate_dict, puede utilizar la
translate_hf_state_dict_to_smdistributed función para convertirla a un formato legible.
smp.DistributedModel Esto puede ser útil en casos de uso de transferencia de aprendizaje, 
donde un modelo preentrenado se carga en un smp.DistributedModel para un ajuste paralelo 
modelo.

from smdistributed.modelparallel.torch.nn.huggingface.roberta \ 
                                      import translate_state_dict_to_smdistributed

model = AutoModelForMaskedLM.from_config(roberta_config)
model = smp.DistributedModel(model)

pretrained_model = AutoModelForMaskedLM.from_pretrained("roberta-large")
translated_state_dict = 
        translate_state_dict_to_smdistributed(pretrained_model.state_dict())

# load the translated pretrained weights into the smp.DistributedModel
model.load_state_dict(translated_state_dict)

# start fine-tuning...
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Mecanismo de clasificación cuando se utiliza una combinación de paralelismo de canalización y 
paralelismo de tensores

En esta sección se explica cómo funciona el mecanismo de clasificación del paralelismo de modelos 
con el paralelismo de tensores. Esto es una extensión de los conceptos básicos de clasificación
para Características principales de la biblioteca de paralelismo de SageMaker modelos. Con 
el paralelismo de tensores, la biblioteca presenta tres tipos de API de clasificación y grupos de 
procesos: smp.tp_rank() para el rango paralelo tensorial, smp.pp_rank() para el rango paralelo 
de canalización y smp.rdp_rank() para el rango paralelo de datos reducidos. Los grupos de 
proceso de comunicación correspondientes son grupo paralelo tensorial (TP_GROUP), grupo paralelo 
de canalización (PP_GROUP) y grupo paralelo de datos reducidos (RDP_GROUP). Estos grupos se 
definen de la siguiente manera:

• Un grupo paralelo tensorial (TP_GROUP) es un subconjunto uniformemente divisible del grupo 
paralelo de datos, sobre el cual tiene lugar la distribución tensorial paralela de los módulos. 
Cuando el grado de paralelismo de la canalización es 1, TP_GROUP es el mismo que el del grupo 
paralelo modelo (MP_GROUP).

• Un grupo paralelo de canalización (PP_GROUP) es el grupo de procesos sobre los que tiene lugar 
el paralelismo de canalización. Cuando el grado de paralelismo de tensores es 1, PP_GROUP es 
igual que MP_GROUP.

• Un grupo paralelo de datos reducidos (RDP_GROUP) es un conjunto de procesos que contienen 
las mismas particiones de paralelismo de canalización y las mismas particiones paralelas 
tensoriales, y realizan paralelismo de datos entre sí. Esto se denomina grupo paralelo de datos 
reducido porque es un subconjunto de todo el grupo de paralelismo de datos, DP_GROUP. Para 
los parámetros del modelo que se distribuyen dentro del TP_GROUP, la operación allreduce
del gradiente se realiza solo para el grupo paralelo de datos reducidos, mientras que para los 
parámetros que no están distribuidos, el gradiente allreduce se produce en todo el grupo
DP_GROUP.

• Un grupo paralelo de modelos (MP_GROUP) se refiere a un grupo de procesos que almacenan 
colectivamente todo el modelo. Consiste en la unión de los PP_GROUPs de todos los rangos que se 
encuentran en el TP_GROUP del proceso actual. Cuando el grado de paralelismo de tensores es 1,
MP_GROUP equivale a PP_GROUP. También es coherente con la definición existente de MP_GROUP
de versiones anteriores de smdistributed. Tenga en cuenta que el actual TP_GROUP es un 
subconjunto del actual DP_GROUP y del actual MP_GROUP.
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Para obtener más información sobre las API del proceso de comunicación en la biblioteca de 
paralelismo de SageMaker modelos, consulte la API común y las API PyTorch específicas en la 
documentación del SDK de PythonSageMaker .

This figure shows ranking mechanism, parameter distribution, and associated AllReduce operations 
of tensor parallelism.

Por ejemplo, considere los grupos de procesos para un solo nodo con 8 GPU, donde el grado de 
paralelismo de tensores es 2, el grado de paralelismo de canalización es 2 y el grado de paralelismo 
de datos es 4. La parte central superior de la figura anterior muestra un ejemplo de un modelo con 
4 capas. Las partes inferior izquierda e inferior derecha de la figura ilustran el modelo de 4 capas 
distribuido en 4 GPU utilizando paralelismo de canalización y paralelismo de tensores, donde el 
paralelismo de tensores se utiliza para las dos capas intermedias. Estas dos figuras inferiores 
son copias simples para ilustrar diferentes líneas de límite de grupo. El modelo dividido se replica 
para lograr un paralelismo de datos en las GPU 0-3 y 4-7. La figura inferior izquierda muestra las 
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definiciones de MP_GROUP, PP_GROUP y TP_GROUP. La figura inferior derecha muestra RDP_GROUP,
DP_GROUP y WORLD sobre el mismo conjunto de GPU. Los gradientes de las capas y los sectores 
de capas que tienen el mismo color están agrupados en allreduce para obtener un paralelismo 
de datos. Por ejemplo, en la primera capa (azul claro) se transmiten las operaciones allreduce en
DP_GROUP, mientras que en el segmento naranja oscuro de la segunda capa solo se transmiten las 
operaciones allreduce de dentro del RDP_GROUP de su proceso. Las flechas de color rojo oscuro 
en negrita representan los tensores con el lote completo TP_GROUP.

GPU0: pp_rank 0, tp_rank 0, rdp_rank 0, dp_rank 0, mp_rank 0
GPU1: pp_rank 1, tp_rank 0, rdp_rank 0, dp_rank 0, mp_rank 1
GPU2: pp_rank 0, tp_rank 1, rdp_rank 0, dp_rank 1, mp_rank 2
GPU3: pp_rank 1, tp_rank 1, rdp_rank 0, dp_rank 1, mp_rank 3
GPU4: pp_rank 0, tp_rank 0, rdp_rank 1, dp_rank 2, mp_rank 0
GPU5: pp_rank 1, tp_rank 0, rdp_rank 1, dp_rank 2, mp_rank 1
GPU6: pp_rank 0, tp_rank 1, rdp_rank 1, dp_rank 3, mp_rank 2
GPU7: pp_rank 1, tp_rank 1, rdp_rank 1, dp_rank 3, mp_rank 3

En este ejemplo, el paralelismo de canalización se produce entre los pares de GPU (0,1); (2,3); (4,5) 
y (6,7). Además, el paralelismo de datos (allreduce) tiene lugar en las GPU 0, 2, 4, 6 y de forma 
independiente en las GPU 1, 3, 5 y 7. El paralelismo de tensores se produce en subconjuntos de
DP_GROUPs, en los pares de GPU (0,2); (1,3); (4,6) y (5,7).

Partición del estado del optimizador

La partición del estado del optimizador es una técnica útil para ahorrar memoria que parte el estado 
del optimizador (el conjunto de ponderaciones que describe el estado del optimizador) entre grupos 
de dispositivos paralelos de datos. Puede utilizar la partición del estado del optimizador siempre que 
utilice un optimizador con estado (como Adam) o un optimizador FP16 (que almacena copias de los 
parámetros tanto en FP16 como en FP32).

Note

La fragmentación del estado del optimizador está disponible PyTorch en la biblioteca de 
paralelismo de SageMaker modelos, versión 1.6.0 y versiones posteriores.

SageMaker biblioteca de paralelismo de modelos v2 3894



Amazon SageMaker Guía para desarrolladores

Cómo utilizar la partición de estados del optimizador

Puede activar la partición del estado del optimizador estableciendo "shard_optimizer_state": 
True en la configuración de modelparallel.

Cuando esta característica está activada, la biblioteca divide el conjunto de parámetros del 
modelo en función del grado de paralelismo de los datos. Los gradientes correspondientes 
a la división número i se reducen solo en el rango paralelo de datos número i. Al final de la 
primera llamada a una característica del decorador smp.step, el optimizador encapsulado con
smp.DistributedOptimizer redefine sus parámetros para limitarse solo a los parámetros 
correspondientes a la división del rango paralelo de datos actual. Los parámetros redefinidos se 
denominan parámetros virtuales y comparten el almacenamiento subyacente con los parámetros 
originales. Durante la primera llamada a optimizer.step, los estados del optimizador se crean 
en función de estos parámetros redefinidos, que están partidos debido a la partición original. Tras la 
actualización del optimizador, la AllGather operación (como parte de la optimizer.step llamada) 
se ejecuta en los rangos paralelos de datos para lograr estados de parámetros consistentes.

Tip

La partición del estado del optimizador puede resultar útil cuando el grado de paralelismo de 
los datos es superior a 1 y el modelo tiene más de mil millones de parámetros.
El grado de paralelismo de los datos se calcula mediante (processes_per_host * 
instance_count / pipeline_parallel_degree) y la característica smp.dp_size()
gestiona el tamaño en segundo plano.

Configure un estimador SageMaker PyTorch

mpi_options = { 
    "enabled" : True, 
    "processes_per_host" : 8,               # 8 processes 
    "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none "
}

smp_options = { 
    "enabled":True, 
    "parameters": { 
        "microbatches": 4, 
        "pipeline_parallel_degree": 2,    # alias for "partitions" 
        "placement_strategy": "cluster", 
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        "tensor_parallel_degree": 2,      # tp over 2 devices 
        "ddp": True, 
         "shard_optimizer_state": True
    }
}

Adapta tu guion de entrenamiento PyTorch

Consulta Cómo adaptar tu guion de PyTorch entrenamiento en la sección Paralelismo tensorial 
combinado con paralelismo de canalización. No es necesario realizar ninguna modificación adicional 
en el script.

Puntos de control de activación

Los puntos de control de activación (o puntos de control de gradiente) son una técnica para reducir 
el uso de memoria al borrar las activaciones de determinadas capas y volver a calcularlas durante 
una pasada hacia atrás. De hecho, esto cambia el tiempo de cálculo adicional por un menor uso de 
memoria. Si se comprueba un módulo, al final de una pasada hacia adelante, las entradas y salidas 
del módulo permanecen en la memoria. Todos los tensores intermedios que hubieran formado parte 
del cálculo dentro de ese módulo se liberan durante la pasada hacia adelante. Durante la pasada 
hacia atrás de los módulos con puntos de control, estos tensores vuelven a calcularse. En este 
punto, las capas situadas más allá de este módulo de puntos de control han terminado su pasada 
hacia atrás, por lo que el uso máximo de memoria con los puntos de control puede ser menor.

Note

Esta función está disponible en la biblioteca de paralelismo de modelos, versión PyTorch 
1.6.0 y versiones posteriores SageMaker .

Cómo utilizar los puntos de control de activación

Con smdistributed.modelparallel, puede utilizar los puntos de control de activación en la 
granularidad de un módulo. En todos los módulos torch.nn, excepto torch.nn.Sequential, 
solo puede controlar un árbol de módulos si se encuentra dentro de una partición desde la 
perspectiva del paralelismo de canalización. En el caso del módulo torch.nn.Sequential, cada 
árbol de módulos del módulo secuencial debe estar completamente dentro de una partición para que 
los puntos de control de activación funcionen. Cuando utilice la división manual, tenga en cuenta 
estas restricciones.
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Cuando utiliza la división automatizada de modelos, puede encontrar los registros de asignación 
de particiones que comienzan con Partition assignments: en los registros de trabajos de 
entrenamiento. Si un módulo está dividido en varios rangos (por ejemplo, con un descendiente en un 
rango y otro descendiente en un rango diferente), la biblioteca ignora el intento de poner puntos de 
control al módulo y muestra un mensaje de advertencia que indica que el módulo no estará sujeto a 
puntos de verificación.

Note

La biblioteca de paralelismo de SageMaker modelos admite operaciones de superposición y 
no superposición en combinación con puntos de control. allreduce

Note

PyTorchSu API de puntos de control nativa no es compatible con.
smdistributed.modelparallel

Ejemplo 1: el siguiente código de ejemplo muestra cómo utilizar los puntos de control de activación 
cuando se tiene una definición de modelo en el script.

import torch.nn as nn
import torch.nn.functional as F

from smdistributed.modelparallel.torch.patches.checkpoint import checkpoint

class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.conv1 = nn.Conv2d(1, 32, 3, 1) 
        self.conv2 = nn.Conv2d(32, 64, 3, 1) 
        self.fc1 = nn.Linear(9216, 128) 
        self.fc2 = nn.Linear(128, 10) 

    def forward(self, x): 
        x = self.conv1(x) 
        x = self.conv2(x) 
        x = F.max_pool2d(x, 2) 
        x = torch.flatten(x, 1) 
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        # This call of fc1 will be checkpointed 
        x = checkpoint(self.fc1, x) 
        x = self.fc2(x) 
        return F.log_softmax(x, 1)

Ejemplo 2: el siguiente código de ejemplo muestra cómo utilizar los puntos de control de activación 
cuando se tiene un modelo secuencial en el script.

import torch.nn as nn
from smdistributed.modelparallel.torch.patches.checkpoint import checkpoint_sequential

class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.seq = nn.Sequential( 
            nn.Conv2d(1,20,5), 
            nn.ReLU(), 
            nn.Conv2d(20,64,5), 
            nn.ReLU() 
        ) 

    def forward(self, x): 
        # This call of self.seq will be checkpointed 
        x = checkpoint_sequential(self.seq, x) 
        return F.log_softmax(x, 1)

Ejemplo 3: El siguiente código de ejemplo muestra cómo utilizar los puntos de control de activación 
al importar un modelo prediseñado de una biblioteca, como Hugging Face PyTorch Transformers. 
Tanto si comprueba los módulos secuenciales como si no, haga lo siguiente:

1. Encapsule el modelo con smp.DistributedModel().

2. Defina un objeto para las capas secuenciales.

3. Encapsule el objeto de la capa secuencial con smp.set_activation_checkpointig().

import smdistributed.modelparallel.torch as smp
from transformers import AutoModelForCausalLM

smp.init()
model = AutoModelForCausalLM(*args, **kwargs)
model = smp.DistributedModel(model)
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# Call set_activation_checkpointing API
transformer_layers = model.module.module.module.transformer.seq_layers
smp.set_activation_checkpointing( 
    transformer_layers, pack_args_as_tuple=True, strategy='each')

Descarga de activación

Cuando los puntos de control de activación y el paralelismo de canalización están activados y el 
número de microlotes es superior a uno, la descarga de activación es una característica adicional 
que puede reducir aún más el uso de memoria. La descarga de activación mueve de forma 
asíncrona las activaciones controladas por puntos de control correspondientes a sus microlotes que 
no se están ejecutando actualmente en la CPU. Justo antes de que la GPU necesite las activaciones 
para la pasada hacia atrás del microlote, esta funcionalidad recupera previamente las activaciones 
descargadas de la CPU.

Note

Esta función está disponible PyTorch en la biblioteca de paralelismo de SageMaker modelos 
v1.6.0 y versiones posteriores.

Cómo utilizar la descarga de activación

Utilice la descarga de activación para reducir el uso de memoria cuando el número de microlotes 
sea superior a 1 y el punto de control de activación esté activado  (consulte Puntos de control de 
activación). Si no se utiliza el punto de control de activación, la descarga de activación no tiene 
ningún efecto. Si se utiliza con un solo microlote, no ahorra memoria.

Para utilizar la descarga de activación, establezca "offload_activations": True en la 
configuración modelparallel.

La descarga de activación mueve las activaciones puntuales de los módulos nn.Sequential a 
la CPU de forma asíncrona. La transferencia de datos a través del enlace PCIe se superpone con 
el cálculo de la GPU. La descarga se produce inmediatamente, tan pronto como se calcula el paso 
hacia adelante de una capa determinada con puntos de control. Las activaciones vuelven a cargarse 
en la GPU poco antes de que se necesiten para retroceder un microlote específico. La transferencia 
CPU-GPU también se superpone con la computación.
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Para ajustar la prontitud en que se cargan las activaciones en la GPU, puede usar el parámetro 
de configuración "activation_loading_horizon" (el valor predeterminado es 4, int debe 
ser mayor que 0). Un horizonte de carga de activación más grande haría que las activaciones se 
cargaran de nuevo en la GPU con antelación. Si el horizonte es demasiado amplio, es posible que 
disminuya el impacto de la descarga de la activación en el ahorro de memoria. Si el horizonte es 
demasiado pequeño, es posible que las activaciones no se carguen en el tiempo, lo que reduce la 
cantidad de superposiciones y reduce el rendimiento.

Tip

La descarga de activación puede resultar útil para modelos grandes con más de cien mil 
millones de parámetros.

Configure un estimador SageMaker PyTorch

mpi_options = { 
    "enabled" : True, 
    "processes_per_host" : 8,               # 8 processes 
    "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none "
}

smp_options = { 
    "enabled":True, 
    "parameters": { 
        "microbatches": 4, 
        "pipeline_parallel_degree": 2,    # alias for "partitions" 
        "placement_strategy": "cluster", 
        "tensor_parallel_degree": 2,      # tp over 2 devices 
        "ddp": True, 
         "offload_activations": True, 
         "activation_loading_horizon": 4   # optional. default is 4. 
    }
}

Entrenamiento con el FP16 con paralelismo de modelos

Para el entrenamiento del FP16, aplique las siguientes modificaciones al script y al estimador de 
entrenamiento.
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Note

Esta función está disponible PyTorch en la biblioteca de paralelismo de SageMaker modelos 
v1.10.0 y versiones posteriores.

PyTorch Adapta tu guion de entrenamiento

1. Encapsule su modelo con el administrador de contexto
smdistributed.modelparallel.torch.model_creation().

# fp16_training_script.py

import torch
import smdistributed.modelparallel.torch as smp

with smp.model_creation( 
    dtype=torch.float16 if args.fp16 else torch.get_default_dtype()
): 
    model = ...

Tip

Si utiliza el paralelismo de tensores, agregue tensor_parallelism=smp.tp_size() 
> 1 al gestor contextual smp.model_creation. Agregar esta línea también ayuda a 
detectar automáticamente si el paralelismo de tensores está activado o no.

with smp.model_creation( 
    ... , 
     tensor_parallelism=smp.tp_size() > 1
): 
    model = ...

2. Al encapsular el optimizador con
smdistributed.modelparallel.torch.DistributedOptimizer, establezca el 
argumento static_loss_scaling o dynamic_loss_scaling. De forma predeterminada,
static_loss_scaling se establece en 1.0 y dynamic_loss_scaling se establece 
en False. Si establece dynamic_loss_scale=True, puede introducir las opciones de escalado 
dinámico de pérdidas como un diccionario a través del argumento dynamic_loss_args. 
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En la mayoría de los casos, le recomendamos utilizar el escalado de pérdidas dinámico 
con las opciones predeterminadas. Para obtener más información, opciones y ejemplos 
de la función encapsuladora del optimizador, consulte smdistributed.modelparallel.torch. 
DistributedOptimizerAPI.

El siguiente código es un ejemplo de cómo encapsular un objeto optimizador Adadelta con una 
escala de pérdidas dinámica para el entrenamiento de FP16.

optimizer = torch.optim.Adadelta(...)
optimizer = smp.DistributedOptimizer( 
    optimizer, 
    static_loss_scale=None, 
    dynamic_loss_scale=True, 
    dynamic_loss_args={ 
        "scale_window": 1000, 
        "min_scale": 1, 
        "delayed_shift": 2
    }
)

Configurar un SageMaker PyTorch estimador

Agregue el parámetro FP16 ("fp16") a la configuración de distribución para el paralelismo del 
modelo al crear un objeto estimador. SageMaker PyTorch Para obtener una lista completa de los 
parámetros de configuración del paralelismo de modelos, consulte Parámetros de smdistributed.

from sagemaker.pytorch import PyTorch

smp_options = { 
    "enabled": True, 
    "parameters":  { 
        "microbatches":   4, 
        "pipeline_parallel_degree":   2, 
        "tensor_parallel_degree":   2, 
        ..., 

        "fp16": True
    }
}

fp16_estimator = PyTorch( 
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    entry_point="fp16_training_script.py", # Specify your train script 
    ..., 

    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": {...} 
    }
)

fp16_estimator.fit(...)

Cuando se inicia el entrenamiento de FP16, el modelo y el optimizador están encapsulados 
por FP16_Module y FP16_Optimizer respectivamente, que son versiones smdistributed
modificadas de las utilidades de Apex. FP16_Module convierte el modelo a FP16 dtype y se ocupa 
de la pasada hacia adelante en FP16.

Tip

Puede aplicar recorte de gradiente llamando clip_master_grads antes de
optimizer.step.

optimizer.clip_master_grads(max_norm)     # max_norm(float or int): max norm of 
 the gradients

Tip

Al utilizar torch.optim.lr_scheduler y un entrenamiento de FP16, tendrá que pasar
optimizer.optimizer al programador LR en lugar de al optimizador. Vea el siguiente 
código de ejemplo:

from torch.optim.lr_scheduler import StepLR

scheduler = StepLR( 
    optimizer.optimizer if smp.state.cfg.fp16 else optimizer, 
    step_size=1, 
    gamma=args.gamma
) 
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Soporte para FlashAttention

Support for FlashAttention es una función de la biblioteca que solo se aplica al 
modelo de transformador distribuido, que es un modelo de transformador incluido
smp.DistributedModel()para el entrenamiento en paralelo con modelos. Esta característica 
también es compatible con the section called “Paralelismo de tensores”.

La FlashAttentionbiblioteca solo admite modelos cuando attention_head_size se establece 
en un valor que es múltiplo de 8 e inferior a 128. Por lo tanto, cuando entrenes un transformador 
distribuido y te asegures de que FlashAttention funciona correctamente, debes ajustar los 
parámetros para que el tamaño del cabezal de atención cumpla con los requisitos. Para obtener más 
información, consulte también Instalación y características del FlashAttention GitHubrepositorio.

Por ejemplo, supongamos que configura un modelo de Transformer con
hidden_width=864 y num_heads=48. El tamaño de la cabeza de FlashAttention se calcula 
comoattention_head_size = hidden_width / num_heads = 864 / 48 = 18. 
Para FlashAttention activarlo, debe ajustar el num_heads parámetro a54, de modo que
attention_head_size = hidden_width / num_heads = 864 / 54 = 16 sea un múltiplo 
de 8.

Ejecute un trabajo de formación SageMaker distribuido con Model Paralelism

Aprenda a ejecutar un trabajo de entrenamiento en paralelo con un modelo con su propio script 
de entrenamiento utilizando el SDK de SageMaker Python con la biblioteca de paralelismo de 
SageMaker modelos.

Existen tres casos de uso para ejecutar un trabajo de formación. SageMaker

1. Puede utilizar uno de los contenedores de aprendizaje AWS profundo prediseñados para y. 
TensorFlow PyTorch Le recomendamos esta opción si es la primera vez que utiliza la biblioteca 
de paralelismo de modelos. Para encontrar un tutorial sobre cómo ejecutar un trabajo de 
formación de SageMaker modelos en paralelo, consulta los ejemplos de cuadernos de PyTorch 
entrenamiento con la biblioteca de paralelismo SageMaker de modelos de Amazon.

2. Puedes ampliar los contenedores prediseñados para gestionar cualquier requisito funcional 
adicional de tu algoritmo o modelo que no sea compatible con la imagen de Docker prediseñada 
SageMaker . Para ver un ejemplo de cómo ampliar un contenedor prediseñado, consulte Ampliar 
una contenedor precompilado.
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3. Puedes adaptar tu propio contenedor de Docker para que funcione con él SageMaker mediante 
el kit de herramientas de formación. SageMaker  Para ver un ejemplo, consulte Adaptación de su 
propio contenedor de entrenamiento.

Para ver las opciones 2 y 3 de la lista anterior, consulte Amplíe un contenedor Docker prediseñado 
que contiene SageMaker la biblioteca paralela de modelos distribuidos para obtener información 
sobre cómo instalar la biblioteca de paralelismo de modelos en un contenedor de Docker ampliado o 
personalizado.

En todos los casos, debe iniciar su trabajo de formación configurando un PyTorch estimador 
SageMaker TensorFlow o un estimador para activar la biblioteca. Para obtener más información, 
consulte los temas siguientes.

Temas

• Paso 1: modifique su propio script de entrenamiento utilizando SageMaker la biblioteca paralela de 
modelos distribuidos

• Paso 2: Inicie un trabajo de formación con el SDK de SageMaker Python

Paso 1: modifique su propio script de entrenamiento utilizando SageMaker la biblioteca paralela de 
modelos distribuidos

Utilice esta sección para aprender a personalizar su guion de entrenamiento para utilizar las 
funciones principales de la biblioteca de paralelismo de SageMaker modelos de Amazon. Para usar 
las funciones y los parámetros de la API específicos de la biblioteca, le recomendamos que utilice 
esta documentación junto con las API de biblioteca SageMaker paralela modelo en la documentación 
del SDK de SageMaker Python.

Los ejemplos de scripts de entrenamiento proporcionados en estas secciones están simplificados y 
diseñados para resaltar los cambios necesarios que debe realizar para utilizar la biblioteca. Para ver 
end-to-end ejemplos de cuadernos ejecutables que muestran cómo usar un script TensorFlow o un 
script de PyTorch entrenamiento con la biblioteca de paralelismo de SageMaker modelos, consulte.
Ejemplos de cuadernos de formación SageMaker distribuidos de Amazon

Temas

• Divida el modelo de su guion de entrenamiento mediante la biblioteca de modelos de paralelismo 
SageMaker

• Modifica un script de entrenamiento TensorFlow
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• Modifique un guion PyTorch de entrenamiento

Divida el modelo de su guion de entrenamiento mediante la biblioteca de modelos de paralelismo 
SageMaker

Existen dos formas de modificar el script de entrenamiento para configurar la división del modelo: la 
división automática o la división manual.

División automatizada de modelos

Al utilizar SageMaker la biblioteca de paralelismo de modelos, puede aprovechar la división
automática de modelos, también conocida como partición automática de modelos. La biblioteca 
utiliza un algoritmo de partición que equilibra la memoria, minimiza la comunicación entre dispositivos 
y optimiza el rendimiento. Puede configurar el algoritmo de partición automatizado para optimizar la 
velocidad o la memoria.

Alternativamente, puede utilizar la división manual de modelos. Recomendamos la división 
automática de modelos, a menos que esté muy familiarizado con la arquitectura del modelo y tenga 
una buena idea de cómo particionar su modelo de manera eficiente.

Cómo funciona

La partición automática se produce durante el primer paso de entrenamiento, cuando la función 
decorada por smp.step se llama por primera vez. Durante esta llamada, la biblioteca construye 
primero una versión del modelo en la RAM de la CPU (para evitar limitaciones de memoria de la 
GPU) y, a continuación, analiza el gráfico del modelo y toma una decisión de partición. En base a 
esta decisión, cada partición de modelo se carga en una GPU y solo entonces se ejecuta el primer 
paso. Debido a estos pasos de análisis y partición, el primer paso de entrenamiento podría llevar 
más tiempo.

En cualquier marco, la biblioteca gestiona la comunicación entre dispositivos a través de su propio 
backend, optimizado para la infraestructura de AWS.

El diseño de partición automática se adapta a las características del marco y la biblioteca realiza 
la partición a un nivel de granularidad más natural en cada marco. Por ejemplo TensorFlow, en 
cada operación específica se puede asignar a un dispositivo diferente, mientras que en PyTorch, la 
asignación se realiza a nivel de módulo, donde cada módulo consta de varias operaciones. En la 
siguiente sección se revisan los detalles del diseño en cada marco.
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División automática del modelo con PyTorch

Durante el primer paso de entrenamiento, la biblioteca de paralelismo de modelos ejecuta 
internamente un paso de trazado destinado a construir el gráfico del modelo y determinar las formas 
de los tensores y parámetros. Tras este paso de rastreo, la biblioteca construye un árbol, que 
consiste en el anidado de objetos nn.Module del modelo, así como datos adicionales recopilados 
a partir del rastreo, como la cantidad de nn.Parameters almacenados, y tiempo de ejecución para 
cada nn.Module.

A continuación, la biblioteca atraviesa este árbol desde la raíz y ejecuta un algoritmo de partición 
que asigna a cada nn.Module a un dispositivo que equilibra la carga computacional (medida 
por el tiempo de ejecución del módulo) y el uso de la memoria (medida por el total tamaño y 
activaciones de nn.Parameter totales almacenadas). Si múltiples nn.Modules comparten el 
mismo nn.Parameter, estos módulos se colocan en el mismo dispositivo para evitar mantener 
varias versiones del mismo parámetro. Una vez tomada la decisión de particionar, los módulos y 
pesos asignados se cargan en sus dispositivos.

Para obtener instrucciones sobre cómo registrar al smp.step decorador en su guion de PyTorch 
formación, consulte. the section called “División automática con PyTorch”

División automática de modelos con TensorFlow

La biblioteca de paralelismo de modelos analiza los tamaños de las variables que pueden entrenarse 
y la estructura del gráfico, y utiliza internamente un algoritmo de partición de gráficos. Este algoritmo 
presenta una asignación de dispositivos para cada operación, con el objetivo de minimizar la 
cantidad de comunicación necesaria entre los dispositivos, sujeto a dos restricciones:

• Equilibrio del número de variables almacenadas en cada dispositivo

• Equilibrio del número de operaciones ejecutadas en cada dispositivo

Si especifica speed en optimize (en los parámetros paralelos del modelo en el Python SDK), la 
biblioteca intenta equilibrar el número de operaciones y objetos tf.Variable de cada dispositivo. 
De lo contrario, intenta equilibrar el tamaño total de tf.Variables.

Una vez tomada la decisión de particionar, la biblioteca crea una representación serializada del 
subgráfico que cada dispositivo necesita ejecutar e importa en cada dispositivo. Durante la partición, 
la biblioteca coloca operaciones que consumen el mismo tf.Variable y operaciones que forman 
parte de la misma capa de Keras en el mismo dispositivo. También respeta las restricciones de 
colocación impuestas por. TensorFlow Esto significa que, por ejemplo, si hay dos capas Keras que 
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comparten un tf.Variable, todas las operaciones que forman parte de estas capas se colocan en 
un solo dispositivo.

Para obtener instrucciones sobre cómo inscribir al smp.step decorador en su guion de PyTorch 
formación, consulte. the section called “División automática con TensorFlow”

Comparación del modelo automatizado dividido entre marcos

En TensorFlow, la unidad fundamental de cálculo es a y TensorFlow representa el modelo como un
tf.Operation grafo acíclico dirigido (DAG) de tf.Operation s y, por lo tanto, la biblioteca de 
paralelismo de modelos divide este DAG para que cada nodo vaya a un dispositivo. Y lo que es más 
importante, los objetos tf.Operation son lo suficientemente ricos con atributos personalizables y 
son universales en el sentido de que cada modelo está garantizado por un gráfico de dichos objetos.

PyTorch por otro lado, no tiene una noción de operación equivalente que sea lo suficientemente 
rica y universal. La unidad de cálculo más cercana PyTorch que tiene estas características es 
unann.Module, que se encuentra en un nivel de granularidad mucho más alto, y es por eso que la 
biblioteca realiza particiones a este nivel en. PyTorch

División manual de modelos

Si desea especificar manualmente cómo particionar su modelo entre dispositivos, use el 
administrador de contexto smp.partition. Para obtener instrucciones acerca de cómo configurar 
el administrador de contexto para la partición manual, consulte las siguientes páginas.

• the section called “Dividir manualmente con TensorFlow”

• the section called “Dividir manualmente con PyTorch”

Para usar esta opción después de realizar modificaciones, en el paso 2, tendrás que configurar 
y definir auto_partition a False default_partition en la clase de estimador del 
framework del SDK de SageMaker Python. Cualquier operación que no se coloque explícitamente 
en una partición a través del gestor de contextos de smp.partition se ejecuta en el
default_partition. En este caso, se omite la lógica de división automatizada y cada operación 
se realiza según su especificación. En función de la estructura gráfica resultante, la biblioteca de 
paralelismo de modelos crea automáticamente una programación de ejecución canalizada.

Modifica un script de entrenamiento TensorFlow

En esta sección, aprenderá a modificar los scripts de TensorFlow entrenamiento para configurar 
la biblioteca de paralelismo del SageMaker modelo para el particionamiento automático y el 
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particionamiento manual. Esta selección de ejemplos incluye también un ejemplo integrado con 
Horovod para modelos híbridos y paralelismo de datos.

Note

Para saber qué TensorFlow versiones son compatibles con la biblioteca, consulte. the section 
called “Marcos admitidos y Regiones de AWS”

Las modificaciones necesarias que debe realizar en el script de entrenamiento para utilizar la 
biblioteca se enumeran en División automática con TensorFlow.

Para obtener información sobre cómo modificar el script de entrenamiento para utilizar el modelo 
híbrido y el paralelismo de datos con Horovod, consulte División automática con Horovod para el 
paralelismo de datos TensorFlow y modelos híbridos.

Si quiere usar particiones manuales, revise también Dividir manualmente con TensorFlow.

Tip

Para ver ejemplos de end-to-end cuadernos que muestran cómo utilizar un guion de 
TensorFlow entrenamiento con la biblioteca de SageMaker modelos de paralelismo, consulte.
TensorFlowEjemplos

Los siguientes temas muestran ejemplos de scripts de entrenamiento que puede usar para configurar 
la biblioteca de paralelismo SageMaker de modelos para modelos de particionamiento automático y 
particionamiento manual. TensorFlow

Note

La partición automática está habilitada de forma predeterminada. A menos que se 
especifique lo contrario, los scripts de ejemplo utilizan la partición automática.

Temas

• División automática con TensorFlow

• División automática con Horovod para el paralelismo de datos TensorFlow y modelos híbridos

• Dividir manualmente con TensorFlow
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• Características del marco no compatibles

División automática con TensorFlow

Se requieren los siguientes cambios en el script de entrenamiento para ejecutar un TensorFlow 
modelo con SageMaker la biblioteca de paralelismo de modelos:

1. Importe e inicialice la biblioteca con smp.init().

2. Definir el modelo de Keras que se hereda de smp.DistributedModel en lugar de la clase 
de modelo Keras. Devolver las salidas del modelo desde el método de llamada del objeto
smp.DistributedModel. Tenga en cuenta que los tensores devueltos del método de llamada 
se transmitirán a través de dispositivos de paralelismo de modelos, lo que supondrá una 
sobrecarga de comunicación, por lo que no se debe devolver los tensores que no sean necesarios 
fuera del método de llamada (como las activaciones intermedias).

3. Establezca drop_remainder=True en el método tf.Dataset.batch(). Esto sirve para 
garantizar que el tamaño del lote sea siempre divisible por el número de microlotes.

4. Comience las operaciones aleatorias en la canalización de datos usando smp.dp_rank(), por 
ejemplo, shuffle(ds, seed=smp.dp_rank()), para garantizar la coherencia de las muestras 
de datos en las GPU que contienen particiones de modelos diferentes.

5. Coloque la lógica hacia adelante y hacia atrás en una función de paso y decórela con smp.step.

6. Realice un procesamiento posterior en las salidas de los microlotes mediante los métodos
StepOutput tales como reduce_mean. La función smp.step debe tener un valor devuelto que 
depende de la salida de smp.DistributedModel.

7. Si hay algún paso de evaluación, coloque de manera similar la lógica de avance dentro de una 
función decorada smp.step y procese posteriormente las salidas utilizando la API StepOutput.

Para obtener más información sobre la API SageMaker de la biblioteca de paralelismo de modelos 
de la API, consulte la documentación de la API.

El siguiente script de Python es un ejemplo de un script de entrenamiento después de realizar los 
cambios.

import tensorflow as tf

# smdistributed: Import TF2.x API
import smdistributed.modelparallel.tensorflow as smp
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# smdistributed: Initialize
smp.init()

# Download and load MNIST dataset.
(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data( 
    "MNIST-data-%d" % smp.rank()
)
x_train, x_test = x_train / 255.0, x_test / 255.0

# Add a channels dimension
x_train = x_train[..., tf.newaxis]
x_test = x_test[..., tf.newaxis]

# smdistributed: If needed, seed the shuffle with smp.dp_rank(), and drop_remainder
# in batching to make sure batch size is always divisible by number of microbatches
train_ds = ( 
    tf.data.Dataset.from_tensor_slices((x_train, y_train)) 
    .shuffle(10000, seed=smp.dp_rank()) 
    .batch(256, drop_remainder=True)
)

# smdistributed: Define smp.DistributedModel the same way as Keras sub-classing API  
class MyModel(smp.DistributedModel): 
    def __init__(self): 
        super(MyModel, self).__init__() 
        # define layers 

    def call(self, x, training=None): 
        # define forward pass and return the model output

model = MyModel()

loss_object = tf.keras.losses.SparseCategoricalCrossentropy(from_logits=True)
optimizer = tf.keras.optimizers.Adam()
train_accuracy = tf.keras.metrics.SparseCategoricalAccuracy(name="train_accuracy")

# smdistributed: Define smp.step. Return any tensors needed outside
@smp.step
def get_grads(images, labels): 
    predictions = model(images, training=True) 
    loss = loss_object(labels, predictions) 

    grads = optimizer.get_gradients(loss, model.trainable_variables) 
    return grads, loss, predictions
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@tf.function
def train_step(images, labels): 
    gradients, loss, predictions = get_grads(images, labels) 

    # smdistributed: Accumulate the gradients across microbatches 
    gradients = [g.accumulate() for g in gradients] 
    optimizer.apply_gradients(zip(gradients, model.trainable_variables)) 

    # smdistributed: Merge predictions and average losses across microbatches 
    train_accuracy(labels, predictions.merge()) 
    return loss.reduce_mean()

for epoch in range(5): 
    # Reset the metrics at the start of the next epoch 
    train_accuracy.reset_states() 
    for images, labels in train_ds: 
        loss = train_step(images, labels) 
    accuracy = train_accuracy.result()

Si ha terminado de preparar el script de entrenamiento, continúe con Paso 2: Inicie un trabajo de 
formación con el SDK de SageMaker Python. Si desea ejecutar un trabajo de entrenamiento paralelo 
de datos y modelo híbrido, proceda con la siguiente sección.

División automática con Horovod para el paralelismo de datos TensorFlow y modelos híbridos

Puede utilizar la biblioteca de paralelismo de SageMaker modelos con Horovod para el paralelismo 
de datos y modelos híbridos. Para obtener más información sobre cómo la biblioteca divide un 
modelo para el paralelismo híbrido, consulte Paralelismo de canalización (disponible para PyTorch y 
TensorFlow).

En este paso, nos centramos en cómo modificar el guion de entrenamiento para adaptar la biblioteca 
de paralelismo del modelo. SageMaker

Para configurar correctamente su script de entrenamiento para que recoja la configuración de 
paralelismo híbrido que utilizará en Paso 2: Inicie un trabajo de formación con el SDK de SageMaker 
Python, utilice las funciones auxiliares de la biblioteca, smp.dp_rank() y smp.mp_rank(), que 
detectan automáticamente el rango de paralelismo de datos y el rango de paralelismo de modelos, 
respectivamente.
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Para encontrar todas las primitivas de MPI que admite la biblioteca, consulte Conceptos básicos de 
MPI en la documentación del SDK de SageMaker Python.

Los cambios principales necesarios en el script son:

• Añadir hvd.allreduce

• Variables de radiodifusión después del primer lote, según lo requerido por Horovod

• Propagación de operaciones de partición y/o fragmentación en la canalización de datos con
smp.dp_rank().

Note

Cuando utilice Horovod, no debe llamar directamente hvd.init en su script de 
entrenamiento. En su lugar, tendrás que "horovod" configurarlo True en los
modelparallel parámetros del SDK de SageMaker Python enPaso 2: Inicie un trabajo 
de formación con el SDK de SageMaker Python. Esto permite que la biblioteca inicialice 
Horovod internamente en función de las asignaciones de dispositivos de las particiones del 
modelo. Llamar hvd.init() directamente a su script de entrenamiento puede provocar 
problemas.

Note

El uso de la API hvd.DistributedOptimizer directamente en el script de entrenamiento 
puede provocar un rendimiento y una velocidad de entrenamiento deficientes, ya que la API 
incluye implícitamente la operación AllReduce en smp.step. Le recomendamos utilizar la 
biblioteca de paralelismo de modelos con Horovod llamando hvd.allreduce directamente 
después de llamar a accumulate() o reduce_mean() o en los gradientes devueltos por
smp.step, como se mostrará en el siguiente ejemplo.

Para obtener más información sobre la API SageMaker de la biblioteca de paralelismo de modelos 
de la API, consulta la documentación de la API.

import tensorflow as tf
import horovod.tensorflow as hvd
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# smdistributed: Import TF2.x API  
import smdistributed.modelparallel.tensorflow as smp

# smdistributed: Initialize
smp.init()

# Download and load MNIST dataset.
(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data( 
    "MNIST-data-%d" % smp.rank()
)
x_train, x_test = x_train / 255.0, x_test / 255.0

# Add a channels dimension
x_train = x_train[..., tf.newaxis]
x_test = x_test[..., tf.newaxis]

# smdistributed: Seed the shuffle with smp.dp_rank(), and drop_remainder
# in batching to make sure batch size is always divisible by number of microbatches
train_ds = ( 
    tf.data.Dataset.from_tensor_slices((x_train, y_train)) 
    .shuffle(10000, seed=smp.dp_rank()) 
    .batch(256, drop_remainder=True)
)

# smdistributed: Define smp.DistributedModel the same way as Keras sub-classing API  
class MyModel(smp.DistributedModel): 
    def __init__(self): 
        super(MyModel, self).__init__() 
        # define layers 

    def call(self, x, training=None): 
        # define forward pass and return model outputs

model = MyModel()

loss_object = tf.keras.losses.SparseCategoricalCrossentropy(from_logits=True)
optimizer = tf.keras.optimizers.Adam()
train_accuracy = tf.keras.metrics.SparseCategoricalAccuracy(name="train_accuracy")

# smdistributed: Define smp.step. Return any tensors needed outside
@smp.step
def get_grads(images, labels): 
    predictions = model(images, training=True) 
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    loss = loss_object(labels, predictions) 

    grads = optimizer.get_gradients(loss, model.trainable_variables) 
    return grads, loss, predictions

@tf.function
def train_step(images, labels, first_batch): 
    gradients, loss, predictions = get_grads(images, labels) 

    # smdistributed: Accumulate the gradients across microbatches 
    # Horovod: AllReduce the accumulated gradients 
    gradients = [hvd.allreduce(g.accumulate()) for g in gradients] 
    optimizer.apply_gradients(zip(gradients, model.trainable_variables)) 

    # Horovod: Broadcast the variables after first batch  
    if first_batch: 
        hvd.broadcast_variables(model.variables, root_rank=0) 
        hvd.broadcast_variables(optimizer.variables(), root_rank=0) 

    # smdistributed: Merge predictions across microbatches 
    train_accuracy(labels, predictions.merge()) 
    return loss.reduce_mean()

for epoch in range(5): 
    # Reset the metrics at the start of the next epoch 
    train_accuracy.reset_states() 

    for batch, (images, labels) in enumerate(train_ds): 
        loss = train_step(images, labels, tf.constant(batch == 0))

Dividir manualmente con TensorFlow

Uso de gestores de contexto de smp.partition para colocar las operaciones en una partición 
específica. Toda operación no colocada en ningún contexto smp.partition se colocará en
default_partition. Para obtener más información sobre la API SageMaker de la biblioteca de 
paralelismo de modelos de esta, consulta la documentación de la API.

import tensorflow as tf

# smdistributed: Import TF2.x API.
import smdistributed.modelparallel.tensorflow as smp
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# smdistributed: Initialize
smp.init()

# Download and load MNIST dataset.
(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data( 
    "MNIST-data-%d" % smp.rank()
)
x_train, x_test = x_train / 255.0, x_test / 255.0

# Add a channels dimension
x_train = x_train[..., tf.newaxis]
x_test = x_test[..., tf.newaxis]

# smdistributed: If needed, seed the shuffle with smp.dp_rank(), and drop_remainder
# in batching to make sure batch size is always divisible by number of microbatches.
train_ds = ( 
    tf.data.Dataset.from_tensor_slices((x_train, y_train)) 
    .shuffle(10000, seed=smp.dp_rank()) 
    .batch(256, drop_remainder=True)
)

# smdistributed: Define smp.DistributedModel the same way as Keras sub-classing API.
class MyModel(smp.DistributedModel): 
    def __init__(self): 
         # define layers 

    def call(self, x): 
        with smp.partition(0): 
            x = self.layer0(x) 
        with smp.partition(1): 
            return self.layer1(x)

model = MyModel()

loss_object = tf.keras.losses.SparseCategoricalCrossentropy(from_logits=True)
optimizer = tf.keras.optimizers.Adam()
train_accuracy = tf.keras.metrics.SparseCategoricalAccuracy(name="train_accuracy")

# smdistributed: Define smp.step. Return any tensors needed outside
@smp.step
def get_grads(images, labels): 
    predictions = model(images, training=True) 
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    loss = loss_object(labels, predictions) 

    grads = optimizer.get_gradients(loss, model.trainable_variables) 
    return grads, loss, predictions

@tf.function
def train_step(images, labels): 
    gradients, loss, predictions = get_grads(images, labels) 

    # smdistributed: Accumulate the gradients across microbatches 
    gradients = [g.accumulate() for g in gradients] 
    optimizer.apply_gradients(zip(gradients, model.trainable_variables)) 

    # smdistributed: Merge predictions and average losses across microbatches 
    train_accuracy(labels, predictions.merge()) 
    return loss.reduce_mean()

for epoch in range(5): 
    # Reset the metrics at the start of the next epoch 
    train_accuracy.reset_states() 
    for images, labels in train_ds: 
        loss = train_step(images, labels) 
    accuracy = train_accuracy.result()

Características del marco no compatibles

La biblioteca no admite las siguientes TensorFlow funciones:

• Actualmente tf.GradientTape() no es compatible. Puede usar
Optimizer.get_gradients() o Optimizer.compute_gradients() en lugar de gradiente 
informáticos.

• Actualmente, la API tf.train.Checkpoint.restore() no es compatible. Para los 
puntos de control, utilice smp.CheckpointManager en su lugar, que proporciona la misma 
API y funcionalidad. Tenga en cuenta que las restauraciones del punto de control con
smp.CheckpointManager deben realizarse después del primer paso.
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Modifique un guion PyTorch de entrenamiento

En esta sección, aprenderá a modificar los scripts de PyTorch entrenamiento para configurar 
la biblioteca de paralelismo del SageMaker modelo para el particionamiento automático y el 
particionamiento manual.

Note

Para saber qué PyTorch versiones son compatibles con la biblioteca, consulte. the section 
called “Marcos admitidos y Regiones de AWS”

Tip

Para ver ejemplos de end-to-end cuadernos que muestran cómo utilizar un guion de 
PyTorch entrenamiento con la biblioteca de SageMaker modelos de paralelismo, consulte.
PyTorchEjemplos

Tenga en cuenta que la partición automática está habilitada de forma predeterminada. A menos que 
se especifique lo contrario, los siguientes scripts utilizan la partición automática.

Temas

• División automática con PyTorch

• Dividir manualmente con PyTorch

• Consideraciones

• Características del marco no compatibles

División automática con PyTorch

Se requieren los siguientes cambios en el guion de entrenamiento para ejecutar un guion de PyTorch 
entrenamiento con SageMaker la biblioteca de paralelismo de modelos:

1. Importe e inicialice la biblioteca con smdistributed.modelparallel.torch.init().

2. Encapsule el modelo con smdistributed.modelparallel.torch.DistributedModel. 
Tenga en cuenta que los tensores devueltos por el método forward del objeto subyacente se 
transmitirán a través de dispositivos paralelos al modelo, lo que generará una sobrecarga de 
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comunicación, por lo que no se deben devolver los tensores que no sean necesarios fuera del 
método de llamada (como activaciones intermedias).

Note

Para el entrenamiento del FP16, debe usar el administrador de contexto
smdistributed.modelparallel.torch.model_creation() para encapsular el modelo. Para 
obtener más información, consulte Entrenamiento con el FP16 con paralelismo de 
modelos.

3. Encapsule el optimizador con
smdistributed.modelparallel.torch.DistributedOptimizer.

Note

Para el entrenamiento de FP16, debe configurar el escalado de pérdida estático o 
dinámico. Para obtener más información, consulte Entrenamiento con el FP16 con 
paralelismo de modelos.

4. Usa el objeto DistributedModel devuelto en lugar de un modelo de usuario.

5. Coloque la lógica hacia adelante y hacia atrás en una función de paso y decórela con
smdistributed.modelparallel.torch.step.

6. Restrinja cada proceso a su propio dispositivo mediante
torch.cuda.set_device(smp.local_rank()).

7. Mueva los tensores de entrada a la GPU mediante la API .to() antes de la llamada smp.step
(véase el ejemplo a continuación).

8. Sustituya torch.Tensor.backward y torch.autograd.backward por
DistributedModel.backward.

9. Realice un procesamiento posterior en las salidas de los microlotes mediante los métodos
StepOutput como reduce_mean.

10.Si hay algún paso de evaluación, coloque de manera similar la lógica de avance dentro de la 
función decorada smp.step y procese posteriormente las salidas utilizando la API StepOutput.

11.Establezca drop_last=True en DataLoader. Alternativamente, omita manualmente un lote en 
el ciclo de entrenamiento si el tamaño del lote no es divisible por el número de microlotes.
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Para obtener más información sobre la API SageMaker de la biblioteca de paralelismo de modelos 
de la API, consulte la documentación de la API.

import torch
import torch.nn as nn
import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets

import smdistributed.modelparallel.torch as smp

class GroupedNet(nn.Module): 
    def __init__(self): 
        super(GroupedNet, self).__init__() 
        # define layers 

    def forward(self, x): 
        # define forward pass and return model outputs

# smdistributed: Define smp.step. Return any tensors needed outside.
@smp.step
def train_step(model, data, target): 
    output = model(data) 
    loss = F.nll_loss(output, target, reduction="mean") 
    model.backward(loss) 
    return output, loss

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by the current process, 
        # based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
        # Return value, loss_mb is a StepOutput object 
        _, loss_mb = train_step(model, data, target) 

        # smdistributed: Average the loss across microbatches. 
        loss = loss_mb.reduce_mean() 
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        optimizer.step()

# smdistributed: initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
dataset = datasets.MNIST("../data", train=True, download=False)

# smdistributed: Shard the dataset based on data-parallel ranks
if smp.dp_size() > 1: 
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())} 
    dataset = SplitDataset(dataset, partitions=partitions_dict) 
    dataset.select(f"{smp.dp_rank()}")

# smdistributed: Set drop_last=True to ensure that batch size is always divisible
# by the number of microbatches
train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

model = GroupedNet()
optimizer = optim.Adadelta(model.parameters(), lr=4.0)

# smdistributed: Use the DistributedModel container to provide the model
# to be partitioned across different ranks. For the rest of the script,
# the returned DistributedModel object should be used in place of
# the model provided for DistributedModel class instantiation.
model = smp.DistributedModel(model)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)

Dividir manualmente con PyTorch

Utilice los gestores de contexto de smp.partition para colocar módulos en dispositivos 
específicos. Todo módulo no colocado en ningún contexto smp.partition se colocará en
default_partition. El default_partition debe proporcionarse si auto_partition
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está establecido en False. Los módulos que se crean dentro de un determinado contexto
smp.partition se colocan en la partición correspondiente.

Para obtener más información sobre la API SageMaker de la biblioteca de paralelismo de modelos 
de esta, consulta la documentación de la API.

import torch
import torch.nn as nn
import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets

import smdistributed.modelparallel.torch as smp

class GroupedNet(nn.Module): 
    def __init__(self): 
        super(GroupedNet, self).__init__() 
        with smp.partition(0): 
            # define child modules on device 0 
        with smp.partition(1): 
            # define child modules on device 1 

    def forward(self, x): 
        # define forward pass and return model outputs

# smdistributed: Define smp.step. Return any tensors needed outside.
@smp.step
def train_step(model, data, target): 
    output = model(data) 
    loss = F.nll_loss(output, target, reduction="mean") 
    model.backward(loss) 
    return output, loss

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by the current process, 
        # based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
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        # Return value, loss_mb is a StepOutput object 
        _, loss_mb = train_step(model, data, target) 

        # smdistributed: Average the loss across microbatches. 
        loss = loss_mb.reduce_mean() 

        optimizer.step()

# smdistributed: initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
dataset = datasets.MNIST("../data", train=True, download=False)

# smdistributed: Shard the dataset based on data-parallel ranks
if smp.dp_size() > 1: 
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())} 
    dataset = SplitDataset(dataset, partitions=partitions_dict) 
    dataset.select(f"{smp.dp_rank()}")

# smdistributed: Set drop_last=True to ensure that batch size is always divisible
# by the number of microbatches
train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

model = GroupedNet()
optimizer = optim.Adadelta(model.parameters(), lr=4.0)

# smdistributed: Use the DistributedModel container to provide the model
# to be partitioned across different ranks. For the rest of the script,
# the returned DistributedModel object should be used in place of
# the model provided for DistributedModel class instantiation.
model = smp.DistributedModel(model)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)
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Consideraciones

Al configurar un script de PyTorch entrenamiento mediante SageMaker la biblioteca de paralelismo 
de modelos, debe tener en cuenta lo siguiente:

• Si utiliza una técnica de optimización que se basa en normas de degradado globales, por ejemplo, 
una norma de degradado de todo el modelo, como algunas variantes del optimizador LAMB o el 
recorte de degradado global, debe recopilar todas las normas en las particiones del modelo para 
que sean correctas. Puede utilizar los tipos de datos básicos de comunicación de la biblioteca para 
hacerlo.

• Todos los argumentos torch.Tensor a los métodos de reenvío del modelo nn.Modules deben 
utilizarse en el cálculo de la salida del módulo. En otras palabras, la biblioteca no admite ese 
caso en el que hay un argumento torch.Tensor a un módulo del que no depende la salida del 
módulo.

• El argumento a la llamada smp.DistributedModel.backward() debe depender de 
todas las salidas del modelo. En otras palabras, no puede haber una salida de la llamada
smp.DistributedModel.forward que no se utilice en el cálculo del tensor que se introduce en 
la llamada smp.DistributedModel.backward.

• Si hay llamadas torch.cuda.synchronize() en su código, es posible que tenga que llamar
torch.cuda.set_device(smp.local_rank()) inmediatamente antes de la llamada de 
sincronización. De lo contrario, se podrían crear contextos CUDA innecesarios en el dispositivo 0, 
que consumirá memoria innecesariamente.

• Desde que la biblioteca coloca nn.Modules en distintos dispositivos, los módulos del modelo 
no deben depender de ningún estado global modificado en smp.step. Cualquier estado que 
permanezca fijo durante todo el entrenamiento o que se modifique fuera de smp.step de forma 
visible para todos los procesos, está permitido.

• No es necesario mover el modelo a la GPU (por ejemplo, usando model.to(device)) al 
utilizar la biblioteca. Si intenta mover el modelo a la GPU antes de particionar el modelo (antes 
de la primera llamada smp.step), se ignora la llamada de movimiento. La biblioteca mueve 
automáticamente la parte del modelo asignada a un rango a su GPU. Una vez que comience 
el entrenamiento con la biblioteca, no mueva el modelo a la CPU y lo utilice, ya que no tendrá 
parámetros correctos para los módulos no asignados a la partición que tiene el proceso. Si quieres 
volver a entrenar un modelo o usarlo para realizar inferencias sin la biblioteca después de haberlo 
entrenado con la biblioteca de paralelismo de modelos, la forma recomendada es guardar el 
modelo completo con nuestra API de puntos de control y volver a cargarlo en un módulo normal. 
PyTorch
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• Si tiene una lista de módulos de modo que la salida de uno alimenta a otro, reemplazar esa lista 
por nn.Sequential puede mejorar significativamente el rendimiento.

• La actualización de peso (optimizer.step()) tiene que ocurrir fuera de smp.stepporque es 
cuando se hace todo el paso hacia atrás y los gradientes están listos. Cuando se utiliza un modelo 
híbrido con paralelismo de modelos y datos, en este punto también se garantiza que los gradientes 
finalizarán. AllReduce

• Cuando utilice la biblioteca en combinación con el paralelismo de datos, asegúrese de que el 
número de lotes en todos los rangos paralelos de datos sea el mismo para que AllReduce no se 
quede esperando a que un rango no participe en el paso.

• Si lanza un trabajo de entrenamiento utilizando un tipo de instancia ml.p4d (como 
ml.p4d.24xlarge), debe establecer la variable del cargador de datos num_workers=0. Por 
ejemplo, puede definir su DataLoader de la siguiente manera:

dataloader = torch.utils.data.DataLoader( 
            data, 
            batch_size=batch_size, 
            num_workers=0, 
            pin_memory=True, 
            drop_last=True, 
            shuffle=shuffle, 
        )

• Las entradas para smp.step deben ser las entradas de modelo generadas por DataLoader. 
Esto se debe a que smp.step divide internamente los tensores de entrada a lo largo de la 
dimensión del lote y los canaliza. Esto significa que pasar DataLoader a la smp.step para 
generar las entradas del modelo en el interior no funciona.

Por ejemplo, si define un DataLoader de la siguiente manera:

train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

Debe acceder a las entradas del modelo generadas por train_loader y pasarlos a una función 
decorada por smp.step. No pase train_loader directamente a la función smp.step.

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        ... 
        _, loss_mb = train_step(model, data, target) 
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        ...

@smp.step
def train_step(model, data, target): 
    ... 
    return output, loss

• Los tensores de entrada a smp.step debe, moverse al dispositivo actual mediante la API .to(), 
que debe tener lugar después de la llamada torch.cuda.set_device(local_rank()).

Por ejemplo, puede utilizar la función train de la siguiente manera. Esta función añade data y
target al dispositivo actual utilizando la API .to() antes de usar esos tensores de entrada para 
llamar train_step.

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by the current 
 process, 
        # based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
        # Return value, loss_mb is a StepOutput object 
        _, loss_mb = train_step(model, data, target) 

        # smdistributed: Average the loss across microbatches. 
        loss = loss_mb.reduce_mean() 

        optimizer.step()

Los tensores de entrada para esta función decorado por smp.set se ha movido al dispositivo 
actual en la función train anterior. El modelo no debe moverse al dispositivo actual. La biblioteca 
mueve automáticamente la parte del modelo asignada a un rango a su GPU.

@smp.step
def train_step(model, data, target): 
    output = model(data) 
    loss = F.nll_loss(output, target, reduction="mean") 
    model.backward(loss) 
    return output, loss
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Características del marco no compatibles

La biblioteca de paralelismo de modelos de la biblioteca de paralelismo de modelos no admite las 
siguientes PyTorch funciones: SageMaker

• Si utiliza el paralelismo de datos con el PyTorch DDP nativo, la biblioteca no admite el módulo
torch.nn.parallel.DistributedDataParallelcontenedor. La biblioteca gestiona 
internamente la integración con el PyTorch DDP, incluida la transmisión de parámetros y el 
gradiente. AllReduce Cuando se utiliza la biblioteca, los búferes de módulo solo se transmiten 
una vez al comienzo del entrenamiento. Si el modelo tiene búferes de módulo que deben 
sincronizarse entre los grupos paralelos de datos en cada paso, puede hacerlo a través de la 
API torch.distributed, utilizando el grupo de procesos que se puede obtener mediante
smp.get_dp_process_group().

• Para un entrenamiento de precisión mixta, el módulo apex.amp no es compatible. La forma 
recomendada de utilizar la biblioteca con precisión mixta automática es utilizar torch.cuda.amp, 
con la excepción de utilizar smp.amp.GradScaler en lugar de la aplicación en antorcha.

• torch.jit.ScriptModules o ScriptFunctions no son compatibles con
smp.DistributedModel.

• apex : FusedLayerNorm, FusedAdam, FusedLAMB y FusedNovoGrad de apex no son 
compatibles. Puede utilizar las implementaciones de la biblioteca de estos mediante las API
smp.optimizers y smp.nn en su lugar.

Paso 2: Inicie un trabajo de formación con el SDK de SageMaker Python

El SDK de SageMaker Python admite el entrenamiento gestionado de modelos con marcos de 
aprendizaje automático como TensorFlow y PyTorch. Para iniciar un trabajo de formación con uno 
de estos marcos, debe definir un SageMaker TensorFlow estimador, un estimador o un SageMaker
PyTorch estimador SageMaker genérico para utilizar el guion de entrenamiento modificado y la
configuración de paralelismo del modelo.

Temas

• PyTorch Uso de los estimadores y SageMaker TensorFlow

• Amplíe un contenedor Docker prediseñado que contiene SageMaker la biblioteca paralela de 
modelos distribuidos

• Cree su propio contenedor Docker con la biblioteca paralela de modelos distribuidos SageMaker
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PyTorch Uso de los estimadores y SageMaker TensorFlow

Las clases TensorFlow y PyTorch estimador contienen el distribution parámetro, que puede 
utilizar para especificar los parámetros de configuración para utilizar marcos de entrenamiento 
distribuidos. La biblioteca paralela de SageMaker modelos usa MPI internamente para datos híbridos 
y paralelismo de modelos, por lo que debe usar la opción MPI con la biblioteca.

La siguiente plantilla de un PyTorch estimador TensorFlow or muestra cómo configurar el
distribution parámetro para utilizar la biblioteca SageMaker paralela de modelos con MPI.

Using the SageMaker TensorFlow estimator

import sagemaker
from sagemaker.tensorflow import TensorFlow

smp_options = { 
    "enabled":True,              # Required 
    "parameters": { 
        "partitions": 2,         # Required 
        "microbatches": 4, 
        "placement_strategy": "spread", 
        "pipeline": "interleaved", 
        "optimize": "speed", 
        "horovod": True,         # Use this for hybrid model and data parallelism 
    }
}

mpi_options = { 
    "enabled" : True,            # Required 
    "processes_per_host" : 8,    # Required 
    # "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none"
}

smd_mp_estimator = TensorFlow( 
    entry_point="your_training_script.py", # Specify your train script 
    source_dir="location_to_your_script", 
    role=sagemaker.get_execution_role(), 
    instance_count=1, 
    instance_type='ml.p3.16xlarge', 
    framework_version='2.6.3', 
    py_version='py38', 
     distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
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        "mpi": mpi_options 
    },
    base_job_name="SMD-MP-demo",
)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Using the SageMaker PyTorch estimator

import sagemaker
from sagemaker.pytorch import PyTorch

smp_options = { 
    "enabled":True, 
    "parameters": {                        # Required 
        "pipeline_parallel_degree": 2,     # Required 
        "microbatches": 4, 
        "placement_strategy": "spread", 
        "pipeline": "interleaved", 
        "optimize": "speed", 
        "ddp": True, 
    }
}

mpi_options = { 
    "enabled" : True,                      # Required 
    "processes_per_host" : 8,              # Required 
    # "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none"
}

smd_mp_estimator = PyTorch( 
    entry_point="your_training_script.py", # Specify your train script 
    source_dir="location_to_your_script", 
    role=sagemaker.get_execution_role(), 
    instance_count=1, 
    instance_type='ml.p3.16xlarge', 
    framework_version='1.13.1', 
    py_version='py38', 
     distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    },
    base_job_name="SMD-MP-demo",

SageMaker biblioteca de paralelismo de modelos v2 3929



Amazon SageMaker Guía para desarrolladores

)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Para habilitar la biblioteca, es necesario pasar los diccionarios de configuración a "mpi" las claves
"smdistributed" y a través del distribution argumento de los constructores del SageMaker 
estimador.

Parámetros de configuración para el paralelismo del modelo SageMaker

• Para la clave "smdistributed", pase un diccionario con la clave "modelparallel" y los 
siguientes diccionarios internos.

Note

No se admite el uso de "modelparallel" y "dataparallel" en un trabajo de 
entrenamiento.

• "enabled": obligatorio. Para habilitar el paralelismo de modelos, establezca "enabled": 
True.

• "parameters": obligatorio. Especifique un conjunto de parámetros para SageMaker el 
paralelismo del modelo.

• Para obtener una lista completa de los parámetros comunes, consulte Parámetros de
smdistributed la documentación del SDK de SageMaker Python.

Para ver TensorFlow, consulte Parámetros TensorFlow específicos.

Para ver PyTorch, consulte PyTorchParámetros específicos.

• "pipeline_parallel_degree" (o "partitions" en smdistributed-
modelparallel<v1.6.0): obligatorio. Entre los parámetros de smdistributed, este 
parámetro es necesario para especificar en cuántas particiones del modelo se desea dividir.

Important

Se ha producido un cambio sustancial en el nombre del parámetro. El parámetro
"pipeline_parallel_degree" reemplaza el "partitions" desde
smdistributed-modelparallel v1.6.0. Para obtener más información, consulte
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Parámetros comunes para la configuración del paralelismo de SageMaker modelos y
Notas de la versión paralela de modelos SageMaker distribuidos en la documentación
del SDK de SageMaker Python.

• Para la clave "mpi", pase un diccionario que contenga lo siguiente:

• "enabled": obligatorio. Establezca True para iniciar el trabajo de entrenamiento distribuido 
con MPI.

• "processes_per_host": obligatorio. Especifique el número de procesos que MPI debe 
lanzar en cada host. En SageMaker, un host es una única instancia de Amazon EC2 
ML. El SDK de SageMaker Python mantiene un one-to-one mapeo entre los procesos 
y las GPU a través del paralelismo de modelos y datos. Esto significa que SageMaker 
programa cada proceso en una sola GPU independiente y ninguna GPU contiene más 
de un proceso. Si lo está utilizando PyTorch, debe restringir cada proceso a su propio 
dispositivotorch.cuda.set_device(smp.local_rank()). Para obtener más información, 
consulte División automática con PyTorch.

Important

process_per_host no debe ser mayor que la cantidad de GPU por instancia y 
normalmente será igual a la cantidad de GPU por instancia.

• "custom_mpi_options" (opcional): utilice esta tecla para pasar cualquier opción MPI 
personalizada que pueda necesitar. Si no pasa ninguna opción personalizada de MPI a la clave, 
la opción MPI se establece de forma predeterminada en el siguiente indicador.

--mca btl_vader_single_copy_mechanism none

Note

No es necesario especificar explícitamente este indicador predeterminado en la clave. 
Si lo especifica explícitamente, el trabajo de entrenamiento distribuido de paralelismo de 
modelos podría fallar con el siguiente error:

The following MCA parameter has been listed multiple times on the command 
 line:  
MCA param: btl_vader_single_copy_mechanism MCA parameters can only be listed 
 once  
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on a command line to ensure there is no ambiguity as to its value.  
Please correct the situation and try again.

Tip

Si lanza un trabajo de entrenamiento utilizando un tipo de instancia habilitado para EFA, 
como ml.p4d.24xlarge y ml.p3dn.24xlarge, utilice el siguiente indicador para 
obtener el mejor rendimiento:

-x FI_EFA_USE_DEVICE_RDMA=1 -x FI_PROVIDER=efa -x RDMAV_FORK_SAFE=1

Para iniciar el trabajo de entrenamiento con el estimador y el script de entrenamiento de su modelo 
configurado en SageMaker paralelo, ejecute la estimator.fit() función.

Utilice los siguientes recursos para obtener más información sobre el uso de las funciones de 
paralelismo de modelos en el SDK de Python SageMaker :

• TensorFlow Utilízalo con el SDK de SageMaker Python

• PyTorch Utilízalo con el SDK de SageMaker Python

• Te recomendamos que utilices una instancia de SageMaker notebook si eres un usuario nuevo. 
Para ver un ejemplo de cómo lanzar un trabajo de formación con una instancia de SageMaker bloc 
de notas, consulteEjemplos de cuadernos de formación SageMaker distribuidos de Amazon.

• También puede enviar un trabajo de entrenamiento distribuido desde su máquina utilizando AWS 
CLI. Para establecer AWS CLI en su máquina, consulte Configurar sus credenciales AWS y la 
región para el desarrollo.

Amplíe un contenedor Docker prediseñado que contiene SageMaker la biblioteca paralela de 
modelos distribuidos

Para ampliar un contenedor prediseñado y usar SageMaker la biblioteca de paralelismo de modelos, 
debe usar una de las imágenes de AWS Deep Learning Containers (DLC) disponibles para o. 
PyTorch TensorFlow La biblioteca de paralelismo de SageMaker modelos se incluye en las imágenes 
del DLC TensorFlow (2.3.0 y versiones posteriores) y (1.6.0 y versiones posteriores) con PyTorch 
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CUDA (). cuxyz Para obtener una lista completa de imágenes de DLC, consulte Imágenes de Deep 
Learning Containers disponibles en el  GitHub repositorio de AWS Deep Learning Containers.

Tip

Le recomendamos que utilice la imagen que contiene la última versión de la biblioteca de 
paralelismo de SageMaker modelos TensorFlow o PyTorch para acceder a la mayoría de las 
up-to-date versiones de la misma.

Por ejemplo, su Dockerfile debe contener una declaración FROM similar a la siguiente:

# Use the SageMaker DLC image URI for TensorFlow or PyTorch
FROM aws-dlc-account-id.dkr.ecr.aws-region.amazonaws.com/framework-training:{framework-
version-tag}

# Add your dependencies here
RUN ...

ENV PATH="/opt/ml/code:${PATH}"

# this environment variable is used by the SageMaker container to determine our user 
 code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

Además, al definir un TensorFlow estimador PyTorch o, debe especificarlo para su 
guion de entry_point entrenamiento. Debe ser el mismo camino identificado con ENV 
SAGEMAKER_SUBMIT_DIRECTORY en su Dockerfile.

Tip

Debe enviar este contenedor de Docker a Amazon Elastic Container Registry (Amazon ECR) 
y usar el URI de la imagen (image_uri) para definir un estimador para el entrenamiento. 
SageMaker Para obtener más información, consulte Ampliar una contenedor precompilado.

Cuando termine de alojar el contenedor de Docker y de recuperar el URI de la imagen del 
contenedor, cree un objeto estimador de la siguiente manera. SageMaker PyTorch En este ejemplo 
se supone que ya ha definido smp_options y mpi_options.
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smd_mp_estimator = Estimator( 
    entry_point="your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    instance_type='ml.p3.16xlarge', 
    sagemaker_session=sagemaker_session, 
    image_uri='your_aws_account_id.dkr.ecr.region.amazonaws.com/name:tag' 
    instance_count=1, 
     distribution={ 
        "smdistributed": smp_options, 
        "mpi": mpi_options 
    },
    base_job_name="SMD-MP-demo",
)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Cree su propio contenedor Docker con la biblioteca paralela de modelos distribuidos SageMaker

Para crear su propio contenedor Docker para el entrenamiento y usar la biblioteca paralela de 
SageMaker modelos, debe incluir las dependencias correctas y los archivos binarios de las 
bibliotecas SageMaker paralelas distribuidas en su Dockerfile. Esta sección proporciona el conjunto 
mínimo de bloques de código que debe incluir para preparar adecuadamente un entorno de 
SageMaker entrenamiento y la biblioteca paralela de modelos en su propio contenedor de Docker.

Note

Esta opción de Docker personalizada con la biblioteca paralela del SageMaker modelo como 
binario solo está disponible para PyTorch.

Para crear un Dockerfile con el kit de herramientas de SageMaker entrenamiento y la biblioteca 
paralela de modelos

1. Comience con una de las imágenes base de NVIDIA CUDA.

FROM <cuda-cudnn-base-image>
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Tip

Las imágenes oficiales del contenedor de aprendizaje profundo (DLC) de AWS se 
crean a partir de las imágenes base de NVIDIA CUDA. Le recomendamos que consulte 
los archivos Dockerfiles oficiales de AWS Deep Learning Container PyTorch para
saber qué versiones de las bibliotecas necesita instalar y cómo configurarlas. Los 
Dockerfiles oficiales están completos, sometidos a pruebas comparativas y gestionados 
por los equipos de servicio y de Deep Learning Container. SageMaker En el enlace 
proporcionado, elige la PyTorch versión que utilizas, elige la carpeta CUDA (cuxyz) y 
elige el Dockerfile que termina en o. .gpu .sagemaker.gpu

2. Para establecer un entorno de entrenamiento distribuido, debe instalar software para dispositivos 
de comunicación y red, como Elastic Fabric Adapter (EFA), NVIDIA Collective Communications 
Library (NCCL y Open MPI. En función de las versiones PyTorch y CUDA que elija, debe instalar 
versiones compatibles de las bibliotecas.

Important

Dado que la biblioteca paralela de SageMaker modelos requiere la biblioteca paralela de 
SageMaker datos en los pasos siguientes, le recomendamos encarecidamente que siga 
las instrucciones que aparecen en Cree su propio contenedor Docker con la biblioteca 
paralela de datos SageMaker distribuidos para configurar correctamente un entorno de 
SageMaker formación para la formación distribuida.

Para obtener más información sobre cómo configurar la EFA con NCCL y Open MPI, consulte 
Introducción a EFA y MPI y Introducción a EFA y NCCL.

3. Añada los siguientes argumentos para especificar las direcciones URL de los paquetes de 
formación distribuidos. SageMaker PyTorch La biblioteca paralela de SageMaker modelos 
requiere que la biblioteca paralela de SageMaker datos utilice el acceso remoto directo a memoria 
(RDMA) entre nodos.

ARG SMD_MODEL_PARALLEL_URL=https://sagemaker-distributed-model-parallel.s3.us-
west-2.amazonaws.com/pytorch-1.10.0/build-artifacts/2022-02-21-19-26/
smdistributed_modelparallel-1.7.0-cp38-cp38-linux_x86_64.whl
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ARG SMDATAPARALLEL_BINARY=https://smdataparallel.s3.amazonaws.com/binary/
pytorch/1.10.2/cu113/2022-02-18/smdistributed_dataparallel-1.4.0-cp38-cp38-
linux_x86_64.whl

4. Instale las dependencias que requiera la biblioteca paralela de SageMaker modelos.

a. Instale la biblioteca METIS.

ARG METIS=metis-5.1.0

RUN rm /etc/apt/sources.list.d/* \ 
  && wget -nv http://glaros.dtc.umn.edu/gkhome/fetch/sw/metis/${METIS}.tar.gz \ 
  && gunzip -f ${METIS}.tar.gz \ 
  && tar -xvf ${METIS}.tar \ 
  && cd ${METIS} \ 
  && apt-get update \ 
  && make config shared=1 \ 
  && make install \ 
  && cd .. \ 
  && rm -rf ${METIS}.tar* \ 
  && rm -rf ${METIS} \ 
  && rm -rf /var/lib/apt/lists/* \ 
  && apt-get clean

b. Instale la biblioteca RAPIDS Memory Manager. Esto requiere CMake 3.14 o una versión 
posterior.

ARG RMM_VERSION=0.15.0

RUN  wget -nv https://github.com/rapidsai/rmm/archive/v${RMM_VERSION}.tar.gz \ 
  && tar -xvf v${RMM_VERSION}.tar.gz \ 
  && cd rmm-${RMM_VERSION} \ 
  && INSTALL_PREFIX=/usr/local ./build.sh librmm \ 
  && cd .. \ 
  && rm -rf v${RMM_VERSION}.tar* \ 
  && rm -rf rmm-${RMM_VERSION}

5. Instale la biblioteca paralela de SageMaker modelos.

RUN pip install --no-cache-dir -U ${SMD_MODEL_PARALLEL_URL}

6. Instale la biblioteca paralela de SageMaker datos.

SageMaker biblioteca de paralelismo de modelos v2 3936

http://glaros.dtc.umn.edu/gkhome/metis/metis/overview
https://github.com/rapidsai/rmm#rmm-rapids-memory-manager
https://cmake.org/


Amazon SageMaker Guía para desarrolladores

RUN SMDATAPARALLEL_PT=1 pip install --no-cache-dir ${SMDATAPARALLEL_BINARY}

7. Instale el kit de herramientas sagemaker-training. El kit de herramientas contiene la funcionalidad 
común necesaria para crear un contenedor compatible con la plataforma de SageMaker 
entrenamiento y el SDK de SageMaker Python.

RUN pip install sagemaker-training

8. Cuando termine de crear el Dockerfile, consulte Adaptación de su propio contenedor de 
entrenamiento para aprender a crear el contenedor de Docker y alojarlo en Amazon ECR.

Tip

Para obtener más información general sobre cómo crear un Dockerfile personalizado para el 
entrenamiento SageMaker, consulte Use sus propios algoritmos de entrenamiento.

Puntos de control y ajuste de un modelo con paralelismo de modelos

La biblioteca de paralelismo de SageMaker modelos proporciona API de puntos de control para 
guardar el estado del modelo y el estado del optimizador divididos por las distintas estrategias de 
paralelismo del modelo, y para cargar los puntos de control para el entrenamiento continuo desde 
donde desee reiniciar el entrenamiento y ajustarlo con precisión. Las API también admiten opciones 
para guardar parcial o totalmente los estados del modelo y del optimizador.

Temas

• Punto de control de un modelo distribuido

• Ajustar con precisión un modelo distribuido

Punto de control de un modelo distribuido

Elija uno de los siguientes temas en función del marco PyTorch y TensorFlow de la versión de la 
biblioteca de paralelismo de modelos que utilice. SageMaker

Temas

• Verificación de un PyTorch modelo distribuido (para la biblioteca de paralelismo de SageMaker 
modelos v1.10.0 y versiones posteriores)
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• Controlar un PyTorch modelo distribuido (para la biblioteca de paralelismo de modelos entre las 
versiones 1.6.0 y SageMaker 1.9.0)

• Verificación de un modelo distribuido TensorFlow

Verificación de un PyTorch modelo distribuido (para la biblioteca de paralelismo de SageMaker 
modelos v1.10.0 y versiones posteriores)

La biblioteca de paralelismo de SageMaker modelos proporciona API de puntos de control para 
guardar y cargar puntos de control totales o parciales del estado del modelo distribuido y su estado 
del optimizador.

Note

Se recomienda utilizar este método de puntos de control si se utiliza la biblioteca de 
paralelismo de modelos PyTorch v1.10.0 o posterior SageMaker .

Puntos de control parciales

Para guardar los puntos de control de un modelo entrenado con paralelismo de modelos, usa la 
API smdistributed.modelparallel.torch.save_checkpoint con la opción de puntos de 
control parcial establecida en true (partial=True). Esto guarda cada partición del modelo de forma 
individual. Además del modelo y el estado del optimizador, también puede guardar cualquier dato 
personalizado adicional mediante el argumento user_content. El modelo de puntos de control, el 
optimizador y el contenido del usuario se guardan como archivos independientes. La llamada a la 
API save_checkpoint crea carpetas de puntos de control con la siguiente estructura.

- path 
  - ${tag}_partial (folder for partial checkpoints) 
    - model_rankinfo.pt 
    - optimizer_rankinfo.pt 
    - fp16_states_rankinfo.pt 
    - user_content.pt 
  - $tag (checkpoint file for full checkpoints) 
  - user_content_$tag (user_content file for full checkpoints) 
  - newest (a file that indicates the newest checkpoint)

Para reanudar el entrenamiento a partir de puntos de control parciales, utilice la API
smdistributed.modelparallel.torch.resume_from_checkpoint con partial=True y 
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especifique el directorio de puntos de control y la etiqueta utilizada mientras guarda los puntos de 
control parciales. Tenga en cuenta que la carga real de los pesos del modelo ocurre después de la 
partición del modelo, durante la primera ejecución de la función de paso de entrenamiento decorada 
por smdistributed.modelparallel.torch.step.

Al guardar un punto de control parcial, la biblioteca también guarda la decisión de partición del 
modelo como archivos con la extensión del archivo .pt. Por el contrario, al reanudar desde el punto 
de control parcial, la biblioteca carga los archivos de decisión de partición juntos. Una vez que la 
decisión de partición esté cargada, no podrá cambiar la partición.

El siguiente fragmento de código muestra cómo configurar las API de puntos de control en un script 
de entrenamiento. PyTorch

import smdistributed.modelparallel.torch as smp

model = ...
model = smp.DistributedModel(model)
optimizer = ...
optimizer = smp.DistributedOptimizer(optimizer)
user_content = ...     # additional custom data
checkpoint_path = "/opt/ml/checkpoint/model_parallel"

# Save a checkpoint.
smp.save_checkpoint( 
    path=checkpoint_path, 
    tag=f"total_steps{total_steps}", 
     partial=True, 
    model=model, 
    optimizer=optimizer, 
    user_content=user_content
    num_kept_partial_checkpoints=5
)

# Load a checkpoint.
# This automatically loads the most recently saved checkpoint.
smp_checkpoint = smp.resume_from_checkpoint( 
    path=checkpoint_path,  
     partial=True
)

Puntos de control completos
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Para guardar el artefacto del modelo final con fines de inferencia, utilice la API
smdistributed.modelparallel.torch.save_checkpoint con partial=False, que 
combina las particiones del modelo para crear un único artefacto modelo. Tenga en cuenta que esto 
no combina los estados del optimizador.

Para iniciar el entrenamiento con pesos específicos, con un punto de control del modelo completo, 
puede usar la API smdistributed.modelparallel.torch.resume_from_checkpoint con
partial=False. Tenga en cuenta que esto no carga los estados del optimizador.

Note

Con el paralelismo de tensores, en general, el state_dict debe traducirse entre la 
implementación del modelo original y la implementación de DistributedModel. Si lo 
desea, puede proporcionar la función de traducción state_dict como argumento para el
smdistributed.modelparallel.torch.resume_from_checkpoint. Sin embargo, 
para the section called “Modelos compatibles listos para usar”, la biblioteca se encarga de 
esta traducción automáticamente.

En el siguiente código se muestra un ejemplo de cómo utilizar las API de puntos de control para 
controlar completamente un PyTorch modelo entrenado con paralelismo de modelos.

import smdistributed.modelparallel.torch as smp

model = ...
model = smp.DistributedModel(model)
optimizer = ...
optimizer = smp.DistributedOptimizer(optimizer)
user_content = ...     # additional custom data
checkpoint_path = "/opt/ml/checkpoint/model_parallel"

# Save a checkpoint.
smp.save_checkpoint( 
    path=checkpoint_path, 
    tag=f"total_steps{total_steps}", 
     partial=False, 
    model=model, 
    optimizer=optimizer, 
    user_content=user_content
    num_kept_partial_checkpoints=5
)
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# Load a checkpoint.
# This automatically loads the most recently saved checkpoint.
smp_checkpoint = smp.resume_from_checkpoint( 
    path=checkpoint_path,  
     partial=False
)

Controlar un PyTorch modelo distribuido (para la biblioteca de paralelismo de modelos entre las 
versiones 1.6.0 y SageMaker 1.9.0)

La biblioteca de SageMaker modelos de paralelismo proporciona funciones de Python para guardar 
puntos de control parciales o completos para trabajos de entrenamiento con paralelismo tensorial. El 
siguiente procedimiento muestra cómo usar smp.save() and smp.load() para guardar y cargar 
un punto de control cuando usa el paralelismo de tensores.

Note

Se recomienda utilizar este método de puntos de control si se utiliza PyTorch, y la biblioteca 
de paralelismo de modelos entre las versiones 1.6.0 y the section called “Paralelismo de 
tensores” 1.9.0. SageMaker

1. Prepare un objeto modelo y encapsularlo con la función envolvente de la biblioteca
smp.DistributedModel().

model = MyModel(...)
model = smp.DistributedModel(model)

2. Prepare un optimizador para el modelo. Un conjunto de parámetros de modelo es un argumento 
iterable que requieren las funciones del optimizador. Para preparar un conjunto de parámetros 
de modelo, debe procesarmodel.parameters() para asignar ID exclusivos a parámetros de 
modelo individuales.

Si hay parámetros con ID duplicados en el parámetro iterable del modelo, falla la carga del estado 
del optimizador con puntos de control. Para crear un iterable de parámetros de modelo con ID 
exclusivos para el optimizador, consulte lo siguiente:

unique_params = []
unique_params_set = set()
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for p in model.parameters(): 
  if p not in unique_params_set: 
    unique_params.append(p) 
    unique_params_set.add(p)
del unique_params_set

optimizer = MyOpt(unique_params, ...)

3. Encapsule el optimizador utilizando la función de envoltura de la biblioteca
smp.DistributedOptimizer().

optimizer = smp.DistributedOptimizer(optimizer)

4. Guarde el modelo y el estado del optimizador mediante smp.save(). En función de cómo quiera 
guardar los puntos de control, seleccione una de las dos opciones siguientes:

• Opción 1: guarde un modelo parcial en cada mp_rank para un soloMP_GROUP.

model_dict = model.local_state_dict() # save a partial model
opt_dict = optimizer.local_state_dict() # save a partial optimizer state
# Save the dictionaries at rdp_rank 0 as a checkpoint
if smp.rdp_rank() == 0: 
    smp.save( 
        {"model_state_dict": model_dict, "optimizer_state_dict": opt_dict}, 
        f"/checkpoint.pt", 
        partial=True, 
    )

Con el paralelismo de tensores, la biblioteca guarda los archivos marcados con el siguiente 
formato: checkpoint.pt_{pp_rank}_{tp_rank}.

Note

Con el paralelismo de tensores, asegúrese de configurar la instrucción if como if 
smp.rdp_rank() == 0 en lugar de if smp.dp_rank() == 0. Cuando el estado 
del optimizador está dividido con paralelismo de tensores, todos los rangos paralelos 
de datos reducidos deben guardar su propia partición del estado del optimizador. El 
uso de una declaración if incorrecta para los puntos de control podría provocar un 
estancamiento del trabajo de entrenamiento. Para obtener más información sobre el uso
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if smp.dp_rank() == 0 sin paralelismo tensorial, consulta la Instrucción general 
para guardar y cargar en la documentación del SDK de PythonSageMaker .

• Opción 2: guarde el modelo completo.

if smp.rdp_rank() == 0: 
    model_dict = model.state_dict(gather_to_rank0=True) # save the full model 
    if smp.rank() == 0: 
        smp.save( 
            {"model_state_dict": model_dict}, 
            "/checkpoint.pt", 
            partial=False, 
        )

Note

Tenga en cuenta lo siguiente para el control completo:

• Si establece gather_to_rank0=True, todos los rangos excepto 0 devuelven 
diccionarios vacíos.

• Para un control completo, solo puede controlar el modelo. Actualmente no se admite 
el control completo de los estados del optimizador.

• El modelo completo solo necesita guardarse en smp.rank() == 0.

5. Cargar los puntos de control mediante smp.load(). En función de cómo haya seleccionado en el 
paso anterior, seleccione una de las dos opciones siguientes:

• Opción 1: cargue los puntos de control parciales.

checkpoint = smp.load("/checkpoint.pt", partial=True)
model.load_state_dict(checkpoint["model_state_dict"], same_partition_load=False)
optimizer.load_state_dict(checkpoint["optimizer_state_dict"])

Puede establecer same_partition_load=True en model.load_state_dict() para una 
carga más rápida, si sabe que la partición no cambiará.

• Opción 2: carga los puntos de control completos.

if smp.rdp_rank() == 0: 
    checkpoint = smp.load("/checkpoint.pt", partial=False) 
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    model.load_state_dict(checkpoint["model_state_dict"])

La condición if smp.rdp_rank() == 0 no es necesaria, pero puede ayudar a evitar la carga 
redundante entre diferentes MP_GROUPs. Actualmente, el dictado de estado del optimizador de 
puntos de control completo no es compatible con el paralelismo de tensores.

Verificación de un modelo distribuido TensorFlow

Para guardar un TensorFlow modelo mientras se entrena con el paralelismo de modelos, utilice las 
siguientes funciones que proporciona la biblioteca de paralelismo de modelos. SageMaker

• smdistributed.modelparallel.tensorflow.DistributedModel.save_model

• smdistributed.modelparallel.tensorflow.CheckpointManager

Ajustar con precisión un modelo distribuido

El ajuste preciso debe configurarse en su script de entrenamiento. El siguiente fragmento de 
código muestra un ejemplo de estructura de un guion de entrenamiento que utiliza la clase
AutoModelForCausalLM de Hugging Face Transformers con modificaciones para registrar
smdistributed.model.parallel.torch los módulos y ajustes para su ajuste.

Note

Para ajustar con precisión un transformador distribuido (un modelo Transformer 
encapsulador por smp.DistributedModel()) con la función smp.delay 
ed_param_initialization activada, es necesario configurar el trabajo de ajuste con un sistema 
de archivos FSx para Lustre. En los casos en los que desee ajustar un modelo a gran escala 
con la opción de inicialización retardada de parámetros, debe configurar un sistema de 
archivos FSx para Lustre.

import argparse
from transformers import AutoModelForCausalLM
import smdistributed.modelparallel
import smdistributed.modelparallel.torch as smp

def parse_args(): 
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    parser = argparse.ArgumentParser() 

    # set an arg group for model 
    model_grp = parser.add_argument_group( 
        title="model", description="arguments to describe model configuration" 
    ) 

    ... # set up numerous args to parse from the configuration dictionary to the script 
 for training 

    # add arg for activating fine-tuning 
    model_grp.add_argument( 
        "--fine_tune", 
        type=int, 
        default=0, 
        help="Fine-tune model from checkpoint or pretrained model", 
    )

def main(): 
    """Main function to train GPT.""" 
    args = parse_args() 

    ... # parse numerous args 

    if args.fine_tune > 0 and args.delayed_param > 0 and smp.rank() == 0: 
        pretrained_model = AutoModelForCausalLM.from_pretrained( 
            args.model_name or args.model_dir 
        ) 
        model_state_dict = pretrained_model.state_dict() 
        path = os.path.join(args.model_dir, "fullmodel.pt") 
        torch.save(model_state_dict, path) 

    # create a Transformer model and wrap by smp.model_creation()  
    # with options to configure model parallelism parameters offered by SageMaker 
    with smp.model_creation( 
        tensor_parallelism=smp.tp_size() > 1 or args.use_distributed_transformer > 0, 
        zero_init=args.use_distributed_transformer == 0, 
        dtype=dtype, 
        distribute_embedding=args.sharded_data_parallel_degree > 1 and smp.tp_size() > 
 1, 
        use_alibi=args.alibi > 0, 
        attention_in_fp32=args.attention_in_fp32 > 0, 
        fp32_residual_addition=args.residual_addition_in_fp32 > 0, 
        query_key_layer_scaling=args.query_key_layer_scaling > 0 and args.bf16 < 1, 
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        fused_softmax=args.fused_softmax > 0, 
        fused_dropout=args.fused_dropout > 0, 
        fused_bias_gelu=args.fused_bias_gelu > 0, 
        flash_attention=args.flash_attention > 0, 
    ): 
        if args.fine_tune > 0 and args.delayed_param == 0: 
            model = AutoModelForCausalLM.from_pretrained( 
                args.model_name or args.model_dir 
            ) 
        else: 
            model = AutoModelForCausalLM.from_config(model_config) 

    # wrap the model by smp.DistributedModel() to apply SageMaker model parallelism 
    model = smp.DistributedModel( 
        model, trace_device="gpu", backward_passes_per_step=args.gradient_accumulation 
    ) 

    # wrap the optimizer by smp.DistributedOptimizer() to apply SageMaker model 
 parallelism 
    optimizer= ... # define an optimizer 
    optimizer = smp.DistributedOptimizer( 
        optimizer, 
        static_loss_scale=None, 
        dynamic_loss_scale=True, 
        dynamic_loss_args={"scale_window": 1000, "min_scale": 1, "delayed_shift": 2}, 
    ) 

    # for fine-tuning, use smp.resume_from_checkpoint() to load a pre-trained model 
    if args.fine_tune > 0 and args.delayed_param > 0: 
        smp.resume_from_checkpoint(args.model_dir, tag="fullmodel.pt", partial=False)

Para ver un ejemplo completo de guiones de entrenamiento y cuadernos de Jupyter, consulta los 
ejemplos de la GPT-2 en el repositorio de ejemplos. PyTorch SageMaker GitHub

SageMaker Mejores prácticas de paralelismo de modelos distribuidos

Utilice las siguientes pautas cuando ejecute un trabajo de entrenamiento distribuido con la biblioteca 
paralela de SageMaker modelos.
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Establecer la configuración correcta para un modelo determinado

Al escalar un modelo, le recomendamos que revise la siguiente lista en orden. Cada elemento de 
la lista analiza la ventaja de utilizar las técnicas de la biblioteca junto con las compensaciones que 
podrían surgir.

Tip

Si un modelo puede encajar bien utilizando un subconjunto de las funciones de la biblioteca, 
agregar más paralelismo de modelos o funciones de ahorro de memoria no suele mejorar el 
rendimiento.

Uso de tipos de instancias de GPU grandes

• En el ámbito del paralelismo de modelos, lo mejor es utilizar instancias potentes con memorias 
de GPU grandes para gestionar la sobrecarga de las operaciones de paralelismo de modelos, 
como la partición de modelos en varias GPU. Recomendamos utilizar las instancias ml.p4d o
ml.p3dn para entrenar modelos de aprendizaje profundo grandes. Estas instancias también están 
equipadas con Elastic Fabric Adapter (EFA), que proporciona un mayor ancho de banda de red y 
permite un entrenamiento a gran escala con paralelismo de modelos.

Estado del optimizador de fragmentos

• El impacto del estado del optimizador de fragmentos depende del número de rangos del 
paralelismo de datos. Normalmente, un mayor grado de paralelismo de datos (proporcional al 
tamaño del nodo informático) puede mejorar la eficiencia del uso de la memoria.

Cuando quiera reducir el tamaño de un clúster, asegúrese de comprobar la configuración de 
fragmentación de estado del optimizador. Por ejemplo, un modelo de aprendizaje profundo grande 
con fragmentación del estado del optimizador que cabe en un clúster de procesamiento con 
16 GPU (por ejemplo, dos instancias P4d o P4de) puede que no siempre quepa en un nodo con 
8 GPU (por ejemplo, una sola instancia P4d o P4de). Esto se debe a que la memoria combinada 
de 8 GPU es inferior a la memoria combinada de 16 GPU, y la memoria requerida por GPU para 
fragmentar más de 8 GPU también es mayor que la memoria por GPU para fragmentar en el 
escenario de 16 GPU. Como resultado, es posible que el aumento de los requisitos de memoria no 
quepa en un clúster más pequeño.

Para obtener más información, consulte Partición del estado del optimizador.
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Puntos de control de activación

• La eficiencia de la memoria se puede mejorar mediante el control de activación de un grupo de 
módulos. Cuanto más agrupe los módulos, más eficiente será el uso de la memoria. Al seleccionar 
módulos secuenciales de puntos de control para capas, el argumento strategy de la función
smp.set_activation_checkpointing agrupa las capas para marcar puntos de control. Por 
ejemplo, agrupar dos o más capas para hacer puntos de control es más eficiente en la memoria 
que el punto de control de una capa a la vez, y esto controla un tiempo de cálculo adicional para 
reducir el uso de la memoria.

Para obtener más información, consulte Puntos de control de activación.

Paralelismo de tensores

• El grado de paralelismo de tensores debe ser una potencia de dos (2, 4, 8, ..., 2n), donde el grado 
máximo debe ser igual al número de GPU por nodo. Por ejemplo, si utiliza un nodo con 8 GPU, 
los números posibles para el grado de paralelismo de tensores son 2, 4 y 8. No recomendamos 
números arbitrarios (como 3, 5, 6 y 7) para el grado de paralelismo de tensores. Cuando utiliza 
varios nodos, la configuración incorrecta del grado de paralelismo de tensores podría provocar la 
ejecución del paralelismo de tensores en los nodos; esto añade una sobrecarga significativa de la 
comunicación de las activaciones en los nodos y puede resultar costosa computacionalmente.

Para obtener más información, consulte Paralelismo de tensores.

Paralelismo de canalización entre nodos

• Puede ejecutar paralelismo de canalización tanto en un solo nodo como en varios nodos. 
Cuando utiliza el paralelismo de canalización en combinación con el paralelismo de tensores, le 
recomendamos ejecutar paralelismo de canalización en varios nodos y mantener el paralelismo de 
tensores dentro de nodos individuales.

• El paralelismo de canalización viene con los tres mandos siguientes: microbatches,
active_microbatches y prescaled_batch.

• Cuando utiliza paralelismo de tensores con paralelismo de canalización, le recomendamos 
activar prescaled_batch de modo que se pueda aumentar el tamaño del lote por grupo 
de paralelismo de modelos para una canalización eficiente. Al activar prescaled_batch, el 
tamaño de lote establecido en el script de entrenamiento pasa a ser tp_size veces el tamaño 
del lote establecido para cada rango sin prescaled_batch.
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• Aumentar el número de microbatches ayuda a lograr una canalización eficiente y un mejor 
rendimiento. Tenga en cuenta que el tamaño efectivo del microlote es el tamaño del lote dividido 
por el número de microlotes. Si aumenta el número de microlotes manteniendo constante el 
tamaño del lote, cada microlote procesa menos muestras.

• El número de active_microbatches es el número máximo de microlotes que están en 
proceso simultáneamente durante la canalización. Para cada microlote activo en proceso, 
sus activaciones y degradados ocupan memoria de la GPU. Por lo tanto, un aumento de
active_microbatches ocupa más memoria de la GPU.

• Si la memoria de la GPU y la GPU están infrautilizadas, aumenteactive_microbatches para 
una mejor paralelización durante la canalización.

• Para obtener más información sobre cómo utilizar el paralelismo de tensores con paralelismo de 
canalización, consulte Paralelismo tensorial combinado con paralelismo de canalización.

• Para encontrar descripciones de los parámetros antes mencionados, consulte Parámetros de
smdistributed en la documentación del SDK de SageMaker Python.

Descarga de activaciones a la CPU

• Asegúrese de que se utilice en combinación con el punto de control de activación y el paralelismo 
de canalización. Para garantizar que la descarga y la precarga se produzcan en segundo plano, 
especifique un valor superior a 1 para el parámetro microlotes.

• Al descargar activaciones, es posible que pueda aumentar active_microbatches y, a veces, 
coincide con el número total de microlotes. Esto depende de qué módulos estén marcados y de 
cómo se divide el modelo.

Para obtener más información, consulte Descarga de activación.

Configuraciones de referencia

El equipo de formación en paralelismo de SageMaker modelos proporciona los siguientes puntos de 
referencia basados en experimentos con el modelo GPT-2, cuya longitud de secuencia es de 512 y 
un tamaño de vocabulario de 50 000.

SageMaker biblioteca de paralelismo de modelos v2 3949

https://sagemaker.readthedocs.io/en/v2.199.0/api/training/smd_model_parallel_general.html#parameters-for-smdistributed
https://sagemaker.readthedocs.io/en/v2.199.0/api/training/smd_model_parallel_general.html#parameters-for-smdistributed


Amazon SageMaker Guía para desarrolladores

El 
número 
de 
parámetro 
s de 
modelos

Tipo de 
instancia

Paralelis 
mo de 
canalizac 
ión

Paralelis 
mo de 
tensores

Partición 
de 
estado 
del 
optimizad 
or

Puntos 
de 
control 
de 
activació 
n

Lote 
preescala 
do

BatchSize

50 
mil millones

16
ml.p4d.24 
xlarge

1 4 True Cada 
capa de 
transform 
ador

True batch_siz 
e=40

30 mil 
millones

16
ml.p4d.24 
xlarge

1 8 True Cada 
capa de 
transform 
ador

True batch_siz 
e=32

60 
mil millones

32
ml.p4d.24 
xlarge

2 8 True Cada 
capa de 
transform 
ador

True batch_siz 
e=56 ,
microbatc 
hes=4 ,
active_mi 
crobatche 
s=2

Puede extrapolar de las configuraciones anteriores para estimar el uso de la memoria de la GPU 
para la configuración del modelo. Por ejemplo, si aumenta la longitud de la secuencia de un modelo 
de 10 mil millones de parámetros o aumenta el tamaño del modelo a 20 mil millones, es posible que 
desee reducir primero el tamaño del lote. Si el modelo sigue sin encajar, intente aumentar el grado 
de paralelismo de tensores.

Modificación del script de entrenamiento

• Antes de utilizar las funciones de la biblioteca paralela de SageMaker modelos en su guion de 
entrenamiento, revíselasConsejos y dificultades de configuración de la biblioteca de paralelismo de 
modelos SageMaker distribuidos.
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• Para iniciar un trabajo de entrenamiento más rápido, utilice el modo SageMaker local. Esto 
le ayuda a ejecutar rápidamente un trabajo de formación de forma local en una instancia de 
SageMaker notebook. Según la escala de la instancia de aprendizaje automático en la que se 
ejecute la instancia de su SageMaker notebook, es posible que necesite ajustar el tamaño del 
modelo cambiando las configuraciones del modelo, como el ancho oculto, el número de capas 
de transformadores y los cabezales de atención. Valide si el modelo reducido funciona bien en la 
instancia de cuaderno antes de utilizar un clúster grande para entrenar el modelo completo.

Supervisión y registro de un trabajo de formación mediante la SageMaker consola y Amazon 
CloudWatch

Para monitorear las métricas a nivel del sistema, como el uso de la memoria de la CPU, el uso 
de la memoria de la GPU y el uso de la GPU, utilice la visualización proporcionada a través de la 
SageMaker consola.

1. En el panel de navegación situado a la izquierda, seleccione Entrenamiento.

2. Seleccione Trabajos de entrenamiento.

3. En el panel principal, seleccione el nombre del trabajo de entrenamiento para el que quiera ver 
más detalles.

4. Examine el panel principal y busque la sección Monitor para ver la visualización automatizada.

5. Para ver los registros de trabajos de entrenamiento, seleccione Ver registros en la sección
Monitor. Puede acceder a los registros de trabajos de formación distribuidos del trabajo de 
formación en. CloudWatch Si inició el entrenamiento distribuido de varios nodos, debería ver 
varias secuencias de registro con etiquetas en el formato de algo-n-1234567890. El flujo de 
registro algo-1 realiza un seguimiento de los registros de entrenamiento desde el nodo principal 
(0.º).

Para obtener más información, consulte Supervisa y analiza los trabajos de formación con Amazon 
CloudWatch Metrics.

Permisos

Para ejecutar un trabajo de SageMaker formación con un paralelismo de modelos o con los
cuadernos de ejemplos de formación SageMaker distribuidos, asegúrese de tener los permisos 
correctos en su función de IAM, como los siguientes:

• Para utilizar FSx para Lustre, agregue AmazonFSxFullAccess.
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• Para utilizar Amazon S3 como canal de datos, agregue AmazonS3FullAccess.

• Para utilizar Docker, cree su propio contenedor y enviarlo a Amazon ECR, agregue
AmazonEC2ContainerRegistryFullAccess.

• Para tener acceso completo y utilizar todo el conjunto de funciones, añada. SageMaker
AmazonSageMakerFullAccess

Consejos y dificultades de configuración de la biblioteca de paralelismo de modelos SageMaker 
distribuidos

Revisa los siguientes consejos y dificultades antes de usar la biblioteca de paralelismo SageMaker 
de modelos de Amazon. Esta lista incluye sugerencias que se aplican en todos los marcos. Para 
obtener consejos PyTorch específicos, consulte TensorFlow Modifica un script de entrenamiento 
TensorFlow  y, respectivamente. Modifique un guion PyTorch de entrenamiento

Tamaño del lote y número de microlotes

• La biblioteca es más eficiente cuando aumenta el tamaño del lote. En los casos de uso en los 
que el modelo cabe dentro de un solo dispositivo, pero solo se puede entrenar con un tamaño 
de lote pequeño, el tamaño del lote puede y debe aumentarse después de integrar la biblioteca. 
El paralelismo de modelos ahorra memoria para modelos grandes, lo que le permite entrenar 
utilizando tamaños de lote que antes no cabían en la memoria.

• Elegir varios microlotes que sean demasiado pequeños o demasiado grandes puede reducir 
el rendimiento. La biblioteca ejecuta cada microlote secuencialmente en cada dispositivo, por 
lo que el tamaño del microlote (tamaño del lote dividido por el número de microlotes) debe ser 
lo suficientemente grande como para utilizar completamente cada GPU. Al mismo tiempo, la 
eficiencia de la canalización aumenta con el número de microlotes, por lo que es importante lograr 
el equilibrio correcto. Normalmente, un buen punto de partida consiste en probar 2 o 4 microlotes, 
aumentar el tamaño de los lotes hasta el límite de memoria y, a continuación, experimentar 
con grandes tamaños de lote y números de microlotes. A medida que aumenta el número de 
microlotes, los tamaños de lotes más grandes podrían ser factibles si se utiliza una canalización 
intercalada.

• El tamaño del lote debe ser siempre divisible por el número de microlotes. Tenga en cuenta que, 
dependiendo del tamaño del conjunto de datos, a veces el último lote de cada época puede ser 
de menor tamaño que el resto, y este lote más pequeño también debe ser divisible por el número 
de microlotes. Si no es así, puede configurar drop_remainder=True la tf.Dataset.batch()
llamada (entrada TensorFlow) o configurar la drop_last=True entrada DataLoader (entrada 
PyTorch) para que no se utilice este último lote pequeño. Si utiliza una API diferente para la 
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canalización de datos, es posible que deba omitir manualmente el último lote siempre que no sea 
divisible por el número de microlotes.

Partición manual

• Si utiliza la partición manual, tenga en cuenta los parámetros que consumen varias operaciones 
y módulos del modelo, como la tabla de incrustación en arquitecturas de transformadores. Los 
módulos que comparten el mismo parámetro deben colocarse en el mismo dispositivo para que 
sean correctos. Cuando se utiliza la partición automática, la biblioteca aplica automáticamente esta 
restricción.

Preparación de datos

• Si el modelo toma varias entradas, asegúrese de inicializar las operaciones aleatorias de su 
canalización de datos (por ejemplo, mezclar) con smp.dp_rank(). Si el conjunto de datos se está 
fragmentando determinísticamente en dispositivos de paralelismo de datos, asegúrese de que el 
fragmento esté indexado por smp.dp_rank(). De este modo se asegurará de que el orden de los 
datos que se ven en todos los rangos que forman una partición de modelo sea coherente.

Devolver tensores desde smp.DistributedModel

• Cualquier tensor devuelto por la función smp.DistributedModel.call (for TensorFlow) o
smp.DistributedModel.forward (for PyTorch) se transmite a todos los demás rangos, desde 
el rango que calculó ese tensor en particular. Como resultado, no debe devolverse cualquier tensor 
que no sea necesario fuera de los métodos de llamada y reenvío (activaciones intermedias, por 
ejemplo), ya que esto provoca una comunicación innecesaria y sobrecarga de memoria y perjudica 
el rendimiento.

El decorador @smp.step

• Si una función decorada por smp.step tiene un argumento tensor que no tiene una dimensión 
por lotes, el nombre del argumento debe proporcionarse en la lista non_split_inputs al 
llamarsmp.step. Esto evita que la biblioteca intente dividir el tensor en microlotes. Para obtener 
más información, consulte smp.step en la documentación de las API.
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Retraso de la inicialización de parámetros

En el caso de modelos muy grandes con más de 100 000 millones de parámetros, la inicialización del 
peso a través de la memoria de la CPU puede provocar un error. out-of-memory Para evitar esto, la 
biblioteca ofrece el gestor de contexto de smp.delay_param_initialization. Esto retrasa la 
asignación física de los parámetros hasta que se mueven a la GPU durante la primera ejecución de 
una función decorada por smp.step. Esto evita el uso innecesario de memoria de la CPU durante la 
inicialización del entrenamiento. Utilice el gestor de contexto cuando cree un objeto modelo como se 
muestra en el siguiente código.

with smp.delay_param_initialization(enabled=True):     
    model = MyModel()

Paralelismo tensorial para PyTorch

• Si está utilizando un valor de inicialización para obtener resultados deterministas, establezca el 
valor de inicialización basándose en smp.dp_rank() (por ejemplo, torch.manual_seed(42 + 
smp.dp_rank())). Si no lo hace, diferentes particiones de un nn.Parameter se inicializan de la 
misma manera, lo que afecta a la convergencia.

• SageMakerLa biblioteca de paralelismo de modelos utiliza NCCL para implementar los colectivos 
necesarios para la distribución de los módulos. Especialmente en los modelos más pequeños, 
si se programan demasiadas llamadas NCCL en la GPU al mismo tiempo, el uso de memoria 
podría aumentar debido al espacio adicional utilizado por NCCL. Para contrarrestar esto, smp
limita las llamadas de NCCL de modo que el número de operaciones de NCCL en curso en 
un momento dado sea inferior o igual a un límite determinado. El límite predeterminado es 
8, pero se puede ajustar mediante la variable de entorno SMP_NCCL_THROTTLE_LIMIT. Si 
observa más uso de memoria del que espera mientras utiliza el paralelismo de tensores, puede 
intentar reducir este límite. Sin embargo, elegir un límite demasiado pequeño podría provocar 
una pérdida de rendimiento. Para deshabilitar la limitación por completo, puede configurar
SMP_NCCL_THROTTLE_LIMIT=-1.

• La siguiente identidad, que se mantiene cuando el grado de paralelismo tensor es 1, no 
se mantiene cuando el grado de paralelismo tensor es superior a 1: smp.mp_size() * 
smp.dp_size() == smp.size(). Esto se debe a que el grupo paralelo de tensores forma parte 
del grupo paralelismo modelo y del grupo de paralelismo de datos. Si tu código tiene referencias 
existentes a mp_rank, mp_size, MP_GROUP, etc., y si desea trabajar solo con el grupo paralelo 
de canalización, es posible que tenga que reemplazar las referencias por smp.pp_size(). Las 
siguientes identidades son siempre ciertas:
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• smp.mp_size() * smp.rdp_size() == smp.size()

• smp.pp_size() * smp.dp_size() == smp.size()

• smp.pp_size() * smp.tp_size() * smp.rdp_size() == smp.size()

• Dado que el encapsulador smp.DistributedModel modifica los parámetros del modelo cuando 
el paralelismo de tensores está habilitado, el optimizador debe crearse después de llamar a
smp.DistributedModel, con los parámetros distribuidos. Por ejemplo, lo siguiente no funciona:

## WRONG
model = MyModel()
optimizer = SomeOptimizer(model.parameters())
model = smp.DistributedModel(model)  # optimizer now has outdated parameters! 

En su lugar, el optimizador debe crearse con los parámetros del smp.DistributedModelde la 
siguiente manera:

## CORRECT
model = smp.DistributedModel(MyModel())
optimizer = SomeOptimizer(model.optimizers())

• Cuando un módulo se sustituye por su contraparte distribuida a través del paralelismo de tensores, 
el módulo distribuido no hereda sus pesos del módulo original e inicializa nuevos pesos. Esto 
significa que, por ejemplo, si es necesario inicializar las ponderaciones en una llamada concreta 
(por ejemplo, a través de una llamada load_state_dict), esto debe suceder después de la 
llamada smp.DistributedModel, una vez que tenga lugar la distribución del módulo.

• Al acceder directamente a los parámetros de los módulos distribuidos, tenga en cuenta que el peso 
no tiene la misma forma que el módulo original. Por ejemplo, 

with smp.tensor_parallelism(): 
    linear = nn.Linear(60, 60)

# will pass
assert tuple(linear.weight.shape) == (60, 60)

distributed_linear = smp.DistributedModel(linear)

# will fail. the number of input channels will have been divided by smp.tp_size()
assert tuple(distributed_linear.module.weight.shape) == (60, 60)
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• Se recomienda encarecidamente usar
torch.utils.data.distributed.DistributedSampler para el paralelismo de tensores. 
Esto garantiza que cada clasificación paralela de datos reciba el mismo número de muestras de 
datos, lo que evita los bloqueos que podrían resultar de diferentes dp_rank está tomando un 
número diferente de pasos.

• Si utiliza la join API PyTorch de la DistributedDataParallel clase para gestionar casos 
en los que diferentes rangos paralelos de datos tienen diferentes números de lotes, aún debe 
asegurarse de que los rangos que están en el mismo nivel TP_GROUP tengan el mismo número de 
lotes; de lo contrario, los colectivos de comunicación utilizados en la ejecución distribuida de los 
módulos podrían bloquearse. Rangos que están en diferentes TP_GROUPs pueden tener diferentes 
números de lotes, siempre que se utilice la API join.

• Si desea controlar el modelo y utilizar el paralelismo de tensores, tenga en cuenta lo siguiente:

• Para evitar el estancamiento y las condiciones de carrera mientras se guardan y cargan modelos 
cuando utiliza el paralelismo de tensores, asegúrese de llamar a las funciones adecuadas desde 
los siguientes estados de modelo y optimizador dentro de un rango de paralelismo de datos 
reducido.

• Si está haciendo la transición de un script de paralelismo de canalización existente y 
habilitando el tensor de paralelismo para el script, asegúrese de modificar cualquier bloque if 
smp.dp_rank() == 0 utilizado para guardar y cargar con bloques if smp.rdp_rank() == 
0. De lo contrario, podría hacer que tu trabajo de entrenamiento se detenga.

Para obtener más información sobre el punto de control de un modelo con paralelismo de 
tensores, consulte the section called “Punto de control de un modelo distribuido”.

Solución de problemas de paralelismo de modelos

Si se produce un error, puede utilizar la siguiente lista para intentar solucionar los problemas del 
trabajo de entrenamiento. Si el problema persiste, póngase en contacto con Soporte de AWS.

Temas

• Consideraciones sobre el uso del SageMaker depurador con la biblioteca de paralelismo de 
SageMaker modelos

• Guardar puntos de control

• Convergencia mediante modelos paralelos y TensorFlow

• Estancamiento o bloqueo de trabajos de entrenamiento distribuido
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• Recibir un error de la NCCL para un trabajo de formación PyTorch

• Recibir RecursionError un trabajo PyTorch de formación

Consideraciones sobre el uso del SageMaker depurador con la biblioteca de paralelismo de 
SageMaker modelos

SageMaker El depurador no está disponible para la biblioteca de paralelismo de modelos. 
SageMaker El depurador está activado de forma predeterminada para todos los trabajos SageMaker 
TensorFlow y para los de PyTorch entrenamiento, y es posible que aparezca un error parecido al 
siguiente:

FileNotFoundError: [Errno 2] No such file or directory: '/opt/ml/checkpoints/
metadata.json.sagemaker-uploading

Para solucionar este problema, deshabilite el depurador pasando
debugger_hook_config=Falseal crear un marco estimator como se muestra en el siguiente 
ejemplo.

bucket=sagemaker.Session().default_bucket()
base_job_name="sagemaker-checkpoint-test"
checkpoint_in_bucket="checkpoints"

# The S3 URI to store the checkpoints
checkpoint_s3_bucket="s3://{}/{}/{}".format(bucket, base_job_name, 
 checkpoint_in_bucket)

estimator = TensorFlow( 
    ... 

    distribution={"smdistributed": {"modelparallel": { "enabled": True }}}, 
    checkpoint_s3_uri=checkpoint_s3_bucket, 
    checkpoint_local_path="/opt/ml/checkpoints", 
    debugger_hook_config=False
)

Guardar puntos de control

Es posible que aparezca el siguiente error al guardar los puntos de control de un modelo grande en: 
SageMaker
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InternalServerError: We encountered an internal error. Please try again

Esto podría deberse a una SageMaker limitación al cargar el punto de control local en Amazon S3 
durante el entrenamiento. Para deshabilitar los puntos de control SageMaker, utilice el siguiente 
ejemplo para cargar los puntos de control de forma explícita.

Si te encuentras con el error anterior, no lo utilices checkpoint_s3_uri con la SageMaker
estimator llamada. Al guardar puntos de control para modelos más grandes, recomendamos 
guardar los puntos de control en un directorio personalizado y pasar los mismos a la función auxiliar 
(como el argumento local_path).

import os

def aws_s3_sync(source, destination): 
    """aws s3 sync in quiet mode and time profile""" 
    import time, subprocess 
    cmd = ["aws", "s3", "sync", "--quiet", source, destination] 
    print(f"Syncing files from {source} to {destination}") 
    start_time = time.time() 
    p = subprocess.Popen(cmd, stdout=subprocess.PIPE, stderr=subprocess.PIPE) 
    p.wait() 
    end_time = time.time() 
    print("Time Taken to Sync: ", (end_time-start_time)) 
    return

def sync_local_checkpoints_to_s3(local_path="/opt/ml/checkpoints", 
 s3_uri=os.path.dirname(os.path.dirname(os.getenv('SM_MODULE_DIR', '')))+'/
checkpoints'): 
    """ sample function to sync checkpoints from local path to s3 """ 

    import boto3 
    #check if local path exists 
    if not os.path.exists(local_path): 
        raise RuntimeError("Provided local path {local_path} does not exist. Please 
 check") 

    #check if s3 bucket exists 
    s3 = boto3.resource('s3') 
    if not s3_uri.startswith("s3://"): 
        raise ValueError(f"Provided s3 uri {s3_uri} is not valid.") 

    s3_bucket = s3_uri.replace('s3://','').split('/')[0] 
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    print(f"S3 Bucket: {s3_bucket}") 
    try: 
        s3.meta.client.head_bucket(Bucket=s3_bucket) 
    except Exception as e: 
        raise e 
    aws_s3_sync(local_path, s3_uri) 
    return

def sync_s3_checkpoints_to_local(local_path="/opt/ml/checkpoints", 
 s3_uri=os.path.dirname(os.path.dirname(os.getenv('SM_MODULE_DIR', '')))+'/
checkpoints'): 
    """ sample function to sync checkpoints from s3 to local path """ 

    import boto3 
    #try to create local path if it does not exist 
    if not os.path.exists(local_path): 
        print(f"Provided local path {local_path} does not exist. Creating...") 
        try: 
            os.makedirs(local_path) 
        except Exception as e: 
            raise RuntimeError(f"Failed to create {local_path}") 

    #check if s3 bucket exists 
    s3 = boto3.resource('s3') 
    if not s3_uri.startswith("s3://"): 
        raise ValueError(f"Provided s3 uri {s3_uri} is not valid.") 

    s3_bucket = s3_uri.replace('s3://','').split('/')[0] 
    print(f"S3 Bucket: {s3_bucket}") 
    try: 
        s3.meta.client.head_bucket(Bucket=s3_bucket) 
    except Exception as e: 
        raise e 
    aws_s3_sync(s3_uri, local_path) 
    return

Uso de funciones auxiliares:

#base_s3_uri - user input s3 uri or save to model directory (default)
#curr_host - to save checkpoints of current host
#iteration - current step/epoch during which checkpoint is saved

# save checkpoints on every node using local_rank
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if smp.local_rank() == 0: 
    base_s3_uri = os.path.dirname(os.path.dirname(os.getenv('SM_MODULE_DIR', ''))) 
    curr_host = os.environ['SM_CURRENT_HOST'] 
    full_s3_uri = f'{base_s3_uri}/checkpoints/{curr_host}/{iteration}' 
    sync_local_checkpoints_to_s3(local_path=checkpoint_dir, s3_uri=full_s3_uri)

Convergencia mediante modelos paralelos y TensorFlow

Al utilizar el entrenamiento con SageMaker varios nodos TensorFlow y la biblioteca de paralelismo de 
modelos, es posible que la pérdida no converja como se esperaba porque el orden de los archivos 
de entrada del entrenamiento puede ser diferente en cada nodo. Esto puede provocar que distintos 
rangos del mismo grupo de paralelismo de modelos funcionen en diferentes archivos de entrada, 
lo que provoca incoherencias. Para evitarlo, asegúrese de que los archivos de entrada estén 
ordenados de la misma manera en todos los rangos antes de convertirlos en conjuntos de datos. 
TensorFlow Una forma de lograrlo es ordenar los nombres de los archivos de entrada en el script de 
entrenamiento.

Estancamiento o bloqueo de trabajos de entrenamiento distribuido

Si su trabajo de entrenamiento tiene problemas de estancamiento, falla o no responde, lee los 
siguientes elementos de solución de problemas para identificar cuál es la causa del problema. Si 
necesita más ayuda, póngase en contacto con el equipo de formación SageMaker distribuida a 
través de AWSSupport.

• Si ve un trabajo de entrenamiento distribuido que se detiene en la etapa de inicialización de la 
NCCL, tenga en cuenta lo siguiente:

• Si utiliza una de las instancias habilitadas para EFA (instancias ml.p4d o ml.p3dn) con 
una VPC personalizada y su subred, asegúrese de que el grupo de seguridad utilizado tenga 
conexiones entrantes y salientes para todos los puertos desde y hacia el mismo SG. Por lo 
general, también necesita conexiones salientes a cualquier IP como regla independiente (para 
acceso a Internet). Para obtener instrucciones sobre cómo agregar reglas entrantes y salientes 
para la comunicación EPT, consulte SageMaker el trabajo de formación distribuido se detiene 
durante la inicialización.

• Si ve un trabajo de entrenamiento distribuido a la hora de verificar los puntos de control de todo 
el modelo, esto podría deberse a que la llamada state_dict() al modelo u optimizador no 
se haya realizado en todos los rangos con rdp_rank()==0 (cuando se utiliza paralelismo 
de tensores) o dp_rank()==0 (cuando se utiliza solo paralelismo de canalización). Estos 
rangos deben comunicarse para crear el punto de control que vaya a guardarse. También 
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pueden ocurrir problemas de estancamiento similares al comprobar el optimizador parcial si
shard_optimizer_state está habilitado.

Para obtener más información sobre el punto de control de un modelo con paralelismo de modelos, 
consulte las Instrucciones generales para guardar y cargar  y Controlar un PyTorch modelo 
distribuido (para la biblioteca de paralelismo de modelos entre las versiones 1.6.0 y SageMaker 
1.9.0).

• Si el trabajo de entrenamiento se bloquea con un Error de memoria sin memoria CUDA, esto 
significa que la configuración de entrenamiento distribuido debe ajustarse para adaptarse al 
modelo del clúster de GPU. Para obtener más información sobre las prácticas recomendadas, 
consulte Establecer la configuración correcta para un modelo determinado.

• Si el trabajo de entrenamiento se bloquea con un error ECC incorregible, esto significa que una 
de las GPU del clúster se ha estropeado. Si necesita soporte técnico, comparta el ARN del trabajo 
con el equipo de AWS y reinicie su trabajo de entrenamiento desde un punto de control si es 
posible.

• En raras ocasiones, una configuración de trabajo que funcionaba anteriormente pero que se 
aproxima a los límites de la memoria de la GPU podría fallar posteriormente con un clúster 
diferente debido a un Error de memoria sin memoria CUDA. Esto podría deberse a que algunas 
GPU tienen menos memoria disponible de lo habitual debido a errores de ECC.

• Caída del tiempo de espera podría ocurrir cuando se ejecuta un trabajo multinodo que no utiliza 
todas las GPU del nodo. Para evitar esto, utilice todas las GPU del nodo asegurándose de que el
processes_per_host se establece en el número de GPU de cada instancia. Por ejemplo, esto 
es processes_per_host=8 para las instancias ml.p3.16xlarge, ml.p3dn.24xlarge, y
ml.p4d.24xlarge.

• Si descubre que su trabajo de formación lleva mucho tiempo durante la fase de descarga de 
datos, asegúrese de que la ruta de Amazon S3 que proporcionó checkpoint_s3_uri para 
la SageMaker Estimator clase sea única para el trabajo de formación actual. Si esta ruta 
se reutiliza en varios trabajos de entrenamiento que se ejecutan simultáneamente, todos esos 
puntos de control se cargan y descargan en la misma ruta de Amazon S3 y podrían aumentar 
significativamente el tiempo de carga de los puntos de control.

• Utilice FSx para Lustre cuando se esté ocupando de grandes datos y modelos.

• Si el conjunto de datos es grande y recuperarlo lleva mucho tiempo, le recomendamos mantener 
el conjunto de datos en FSx para Lustre.

• Cuando los modelos de entrenamiento superan los 10 000 millones de parámetros, 
recomendamos utilizar FSx para Lustre para puntos de control.
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• Después de crear un sistema de archivos, asegúrese de esperar a que el estado se convierta en
disponible antes de comenzar un trabajo de entrenamiento con él.

Recibir un error de la NCCL para un trabajo de formación PyTorch

Si se produce el siguiente error, podría deberse a un proceso que se está quedando sin memoria de 
la GPU.

NCCL error in: ../torch/lib/c10d/ProcessGroupNCCL.cpp:825, unhandled system error, NCCL 
 version 2.7.8
ncclSystemError: System call (socket, malloc, munmap, etc) failed.

Puede resolverlo reduciendo el tamaño del lote o active_microbatches. Si la partición 
automática no da como resultado una partición equilibrada, es posible que deba considerar 
la creación de particiones manuales. Para obtener más información, consulte Paralelismo de 
canalización entre nodos.

Recibir RecursionError un trabajo PyTorch de formación

La biblioteca no admite llamadas super.forward() dentro de la llamada de reenvío de un módulo. 
Si no puede crear super.forward(), es posible que reciba el siguiente mensaje de error.

RecursionError: maximum recursion depth exceeded

Para corregir el error, en lugar de llamar super.forward(), debe llamar
super()._orig_forward().

Ejemplos de cuadernos de formación SageMaker distribuidos de Amazon

Los siguientes casos prácticos y cuadernos ofrecen ejemplos de la implementación de las bibliotecas 
de formación SageMaker distribuidas para los marcos (PyTorch, TensorFlow y HuggingFace) y 
modelos de aprendizaje profundo compatibles, como CNN y MaskrCNN para la visión, y BERT para 
el procesamiento del lenguaje natural.

Estos cuadernos se proporcionan en el repositorio de ejemplos. SageMaker GitHub  También puede 
consultarlos en el sitio web de SageMaker ejemplos.
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Blogs y casos prácticos

En los siguientes blogs se analizan casos prácticos sobre el uso de las bibliotecas de formación 
SageMaker distribuidas.

La biblioteca de paralelismo de SageMaker datos

• Realice un entrenamiento más rápido con la biblioteca paralela de SageMaker datos de Amazon,
AWSMachine Learning Blog (5 de diciembre de 2023)

• Cómo entrené 10 TB para Stable Diffusion SageMaker en Medium (29 de noviembre de 2022)

• Ejecute PyTorch Lightning y el PyTorch DDP nativo en Amazon SageMaker Training, que incluye 
Amazon Search, AWSMachine Learning Blog (18 de agosto de 2022)

• Capacitación para YoloV5 sobre AWS la biblioteca paralela de datos SageMaker distribuidos,
Medium (6 de mayo de 2022) PyTorch

• Acelere el entrenamiento de EfficientNet modelos SageMaker con PyTorch la biblioteca paralela de 
datos SageMaker distribuidos, Medium (21 de marzo de 2022)

• Acelere la EfficientNet formación AWS con la biblioteca paralela de datos SageMaker distribuidos,
Towards Data Science (12 de enero de 2022)

• Hyundai reduce el tiempo de entrenamiento de los modelos de aprendizaje automático para los 
modelos de conducción autónoma mediante Amazon SageMaker, AWSMachine Learning Blog (25 
de junio de 2021)

• Capacitación distribuida: entrena a BART/T5 para resumir utilizando Transformers y Amazon, el
sitio web SageMaker Hugging Face (8 de abril de 2021)

La biblioteca de modelos de paralelismo SageMaker

• Nuevas mejoras de rendimiento en la biblioteca de paralelismo de SageMaker modelos de 
Amazon, AWSMachine Learning Blog (16 de diciembre de 2022)

• Entrene modelos gigantescos con escalado casi lineal mediante el paralelismo de datos 
fragmentados en Amazon, SageMaker Machine AWSLearning Blog (31 de octubre de 2022)

PyTorchEjemplos

La biblioteca de paralelismo de SageMaker datos

• CNN con PyTorch y la biblioteca de paralelismo de datos SageMaker
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• BERT con PyTorch y la biblioteca de paralelismo de datos SageMaker

La SageMaker biblioteca de modelos de paralelismo

• Entrene el GPT-2 con un escalado casi lineal utilizando la técnica de paralelismo de datos 
fragmentados de la biblioteca de paralelismo de modelos SageMaker

• Ajuste el GPT-2 con un escalado casi lineal mediante la técnica de paralelismo de datos 
fragmentados de la biblioteca de paralelismo de modelos SageMaker

• Entrene el GPT-NeoX-20B con un escalado casi lineal mediante la técnica de paralelismo de datos 
fragmentados de la biblioteca de paralelismo de modelos SageMaker

• Entrene el GPT-J 6B con las técnicas de paralelismo de datos fragmentados y paralelismo 
tensorial de la biblioteca de paralelismo de modelos SageMaker

• Entrene el FLAN-T5 con un escalado casi lineal utilizando la técnica de paralelismo de datos 
fragmentados de la biblioteca de paralelismo de modelos SageMaker

• Entrene a Falcon con un escalado casi lineal utilizando la técnica de paralelismo de datos 
fragmentados de la biblioteca de paralelismo de modelos SageMaker

TensorFlowEjemplos

La biblioteca de paralelismo de SageMaker datos

• CNN con TensorFlow 2.3.1 y la biblioteca de paralelismo de datos SageMaker

• BERT con TensorFlow 2.3.1 y la biblioteca de paralelismo de datos SageMaker

La biblioteca de modelos de paralelismo SageMaker

• CNN con la TensorFlow versión 2.3.1 y la biblioteca de modelos de paralelismo SageMaker

HuggingFaceEjemplos

Los siguientes HuggingFace SageMaker ejemplos están disponibles en el repositorio de 
HuggingFace cuadernos.

La biblioteca de paralelismo SageMaker de datos
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• HuggingFace Capacitación paralela sobre datos distribuidos PyTorch sobre SageMaker la 
respuesta a preguntas no distribuidas

• HuggingFace Capacitación paralela sobre datos distribuidos PyTorch sobre el SageMaker 
resumen de textos no distribuidos

• HuggingFace Formación paralela sobre datos distribuidos TensorFlow SageMaker

La biblioteca de SageMaker modelos de paralelismo

• HuggingFace con la biblioteca de paralelismo de modelos TensorFlow distribuidos Training on 
SageMaker

Ejemplos de cómo acceder o descargar el cuaderno de formación SageMaker 
distribuido

Siga las instrucciones para acceder o descargar los cuadernos de ejemplos de formación SageMaker 
distribuidos.

Opción 1: utilice una instancia de SageMaker bloc de notas

Para utilizar los ejemplos antes mencionados, te recomendamos que utilices una instancia de 
Amazon SageMaker Notebook. Una instancia de notebook ejecuta Jupyter Notebook y JupyterServer 
las aplicaciones en instancias de Amazon EC2, que están optimizadas para el aprendizaje 
automático. Si no tiene una instancia de bloc de notas activa, siga las instrucciones de la guía para 
SageMaker desarrolladores para crear una. Creación de una instancia del cuaderno

Tras crear una instancia, en la página de instancias de Notebook de la SageMaker consola, haz lo 
siguiente:

1. Abra JupyterLab.

2. Seleccione el icono de ejemplos 

( ) 
en la bandeja izquierda.

3. Consulte los ejemplos de Entrenamiento y busque cuadernos titulados Paralelismo de datos 
distribuidos o Paralelismo de modelos distribuidos.
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Opción 2: clona el repositorio de SageMaker ejemplo en una instancia de SageMaker Studio o 
notebook

Para descargar y usar los cuadernos de ejemplo antes mencionados, haga lo siguiente para clonar 
los GitHub repositorios de ejemplo:

1. Abra un terminal.

2. En la línea de comandos, navegue hasta la SageMaker carpeta.

cd SageMaker

3. Clona el  GitHub repositorio de SageMaker ejemplos.

git clone https://github.com/aws/amazon-sagemaker-examples.git

Note

Para descargar los cuadernos de HuggingFace ejemplo, clone el repositorio de
HuggingFace cuadernos: GitHub

git clone https://github.com/huggingface/notebooks huggingface-notebooks

4. En la JupyterLab interfaz, navegue hasta la amazon-sagemaker-examples carpeta.

5. En la carpeta training/distributed_training, hay carpetas para marcos de trabajo y en 
cada una de ellas, hay carpetas para data_parallel y model_parallel. Elija el ejemplo 
que prefiera y siga las instrucciones para iniciar la formación distribuida con una biblioteca de 
formación SageMaker distribuida.

Computación distribuida con SageMaker mejores prácticas

Esta página de prácticas recomendadas presenta varios tipos de computación distribuida para los 
trabajos de machine learning (ML) en general. El término computación distribuida en esta página 
abarca el entrenamiento distribuido para tareas de machine learning y la computación paralela para 
el procesamiento de datos, la generación de datos, la ingeniería de características y el aprendizaje 
por refuerzo. En esta página, analizamos los desafíos comunes de la computación distribuida y las 
opciones disponibles en SageMaker materia de formación y SageMaker procesamiento. Si quiere 

Computación distribuida con SageMaker mejores prácticas 3966

https://github.com/aws/amazon-sagemaker-examples.git
https://github.com/huggingface/notebooks


Amazon SageMaker Guía para desarrolladores

obtener materiales de lectura adicionales sobre la computación distribuida, consulte ¿Qué es la 
computación distribuida?.

Puede configurar las tareas de machine learning para que se ejecuten de forma distribuida en varios 
nodos (instancias), aceleradores (GPU NVIDIA, chips Trainium de AWS) y núcleos de vCPU. Al 
ejecutar la computación distribuida, puede lograr diversos objetivos, como procesar las operaciones 
con mayor rapidez, gestionar conjuntos de datos de gran tamaño o entrenar modelos de machine 
learning de gran tamaño.

En la siguiente lista se describen los desafíos más comunes a los que puede enfrentarse al realizar 
un trabajo de entrenamiento en machine learning a gran escala.

• Debe tomar decisiones sobre cómo distribuir la computación en función de las tareas de machine 
learning, las bibliotecas de software que desee utilizar y los recursos informáticos.

• No todas las tareas de machine learning son fáciles de distribuir. Además, no todas las bibliotecas 
de machine learning admiten la computación distribuida.

• Es posible que la computación distribuida no siempre dé como resultado un aumento lineal de la 
eficiencia informática. En concreto, es necesario identificar si la E/S de datos y la comunicación 
entre GPU presentan cuellos de botella o si provocan sobrecargas.

• La computación distribuida puede alterar los procesos numéricos y cambiar la precisión de los 
modelos. Sobre todo con el entrenamiento de redes neuronales con datos paralelos, cuando 
cambia el tamaño del lote global y, al mismo tiempo, lo escala a un clúster de cómputo más 
grande, también necesita ajustar la tasa de aprendizaje de acuerdo a ello.

SageMaker proporciona soluciones de formación distribuidas para aliviar estos desafíos en diversos 
casos de uso. Elija una de las siguientes opciones que mejor se adapte a su caso de uso.

Temas

• Opción 1: utilice un algoritmo SageMaker integrado que admita la formación distribuida

• Opción 2: ejecute un código de aprendizaje automático personalizado en el entorno de 
procesamiento o formación SageMaker gestionado

• Opción 3: escribir su propio código de entrenamiento distribuido y personalizado

• Opción 4: lanzar varios trabajos en paralelo o secuencialmente
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Opción 1: utilice un algoritmo SageMaker integrado que admita la formación distribuida

SageMaker proporciona algoritmos integrados que puede usar listos para usar a través de la 
SageMaker consola o el SDK de SageMaker Python. Al usar los algoritmos integrados, no necesita 
dedicar tiempo a personalizar el código, comprender la ciencia detrás de los modelos o ejecutar 
Docker en instancias de Amazon EC2 aprovisionadas.

Un subconjunto de los algoritmos SageMaker integrados admite el entrenamiento distribuido. 
Para comprobar si el algoritmo de su elección admite el entrenamiento distribuido, consulte la 
columna Paralelizable de la tabla Información común sobre los algoritmos integrados. Algunos de 
los algoritmos admiten el entrenamiento distribuido en varias instancias, mientras que el resto de los 
algoritmos paralelizables admiten la paralelización entre varias GPU en una sola instancia, como se 
indica en la columna Paralelizable.

Opción 2: ejecute un código de aprendizaje automático personalizado en el entorno de 
procesamiento o formación SageMaker gestionado

SageMaker Los trabajos pueden crear instancias de un entorno de formación distribuido para casos 
de uso y marcos específicos. Este entorno actúa como una ready-to-use pizarra blanca, donde 
puedes incorporar y ejecutar tu propio código de aprendizaje automático.

Si su código de machine learning utiliza un marco de aprendizaje profundo

Puede lanzar tareas de formación distribuidas mediante Deep Learning Containers (DLC) for 
SageMaker Training, que puede organizar mediante los módulos de Python específicos del SDK 
de SageMaker Python o mediante las SageMaker API con AWS CLI,. AWS SDK for Python (Boto3)
SageMaker proporciona contenedores de formación para marcos de aprendizaje automático
PyTorchTensorFlow, incluidos Hugging Face Transformers y Apache MXNet. Dispone de dos 
opciones para escribir código de aprendizaje profundo para el entrenamiento distribuido.

• Las bibliotecas de formación distribuidas SageMaker

Las bibliotecas de formación SageMaker distribuidas proponen código AWS gestionado para 
el paralelismo de datos de redes neuronales y el paralelismo de modelos. SageMaker El 
entrenamiento distribuido también incluye clientes de lanzamiento integrados en el SDK de 
SageMaker Python y no es necesario crear código de lanzamiento paralelo. Para obtener 
más información, consulta SageMakerla biblioteca de paralelismo de datos y la biblioteca de 
paralelismo SageMaker de modelos.

• Bibliotecas de entrenamiento distribuido de código abierto
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Los marcos de código abierto tienen sus propios mecanismos de distribución, como el
DistributedDataParallelism (DDP) o los módulos integrados. PyTorch tf.distribute
TensorFlow Puede optar por ejecutar estos marcos de formación distribuidos en los contenedores 
de marcos SageMaker gestionados. Por ejemplo, el código de ejemplo para entrenar a MaskrCNN 
SageMaker muestra cómo utilizar tanto el PyTorch DDP en el contenedor del framework como
Horovod en el contenedor del SageMaker PyTorch framework. SageMaker TensorFlow

SageMaker Los contenedores ML también vienen con MPI preinstalado, por lo que puedes 
paralelizar tu script de punto de entrada mediante mpi4py. El uso de los contenedores de formación 
integrados de MPI es una excelente opción a la hora de lanzar un lanzador de formación distribuido 
de terceros o escribir código paralelo ad-hoc en SageMaker el entorno de formación gestionado.

Notas para el entrenamiento de redes neuronales de paralelismo de datos en las GPU

• Amplíe el sistema a un paralelismo entre varias GPU y varias máquinas cuando sea necesario

A menudo realizamos trabajos de entrenamiento de redes neuronales en instancias de varias 
CPU o GPU. Por lo general, cada instancia basada en GPU contiene varios dispositivos de GPU. 
Por lo tanto, la computación distribuida con GPU puede realizarse en una sola instancia de GPU 
con varias GPU (entrenamiento de un solo nodo y varias GPU) o en varias instancias de GPU 
con varios núcleos de GPU en cada una (entrenamiento de múltiples nodos y múltiples GPU). 
El entrenamiento en una sola instancia permite escribir código y depurar más fácilmente, y el 
rendimiento de GPU a GPU entre nodos suele ser más rápido que el rendimiento GPU-GPU entre 
nodos. Por lo tanto, es una buena idea escalar primero el paralelismo de datos verticalmente 
(utilice una instancia de GPU con varias GPU) y ampliarlo a varias instancias de GPU si es 
necesario. Es posible que esto no se aplique a los casos en los que el presupuesto de la CPU sea 
elevado (por ejemplo, una carga de trabajo enorme para el preprocesamiento de datos) y cuando 
la relación GPU-GPU de una instancia con varias GPU sea demasiado baja. En todos los casos, 
tendrá que experimentar con diferentes combinaciones de tipos de instancias en función de sus 
propias necesidades de entrenamiento en machine learning y de su carga de trabajo.

• Supervisa la calidad de la convergencia

Al entrenar una red neuronal con paralelismo de datos, si se aumenta el número de GPU y se 
mantiene constante el tamaño de los minilotes por GPU, se aumenta el tamaño del minilote 
global para el proceso de descenso de gradiente estocástico (MSGD) de los minilotes. Se sabe 
que el tamaño de los minilotes del MSGD afecta al ruido de descenso y a la convergencia. Para 
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escalar correctamente y, al mismo tiempo, preservar la precisión, es necesario ajustar otros 
hiperparámetros, como la tasa de aprendizaje [Goyal et al. (2017)].

• Monitorear los cuellos de botella de E/S

A medida que aumente la cantidad de GPU, también aumentará el rendimiento del 
almacenamiento de lectura y escritura. Asegúrese de que la fuente de datos y la canalización no 
se conviertan en cuellos de botella.

• Modifique su script de entrenamiento según sea necesario

Los scripts de entrenamiento escritos para el entrenamiento con una sola GPU deben modificarse 
para el entrenamiento con varios nodos y varias GPU. En la mayoría de las bibliotecas de 
paralelismo de datos, es necesario modificar los scripts para hacer lo siguiente.

• Asignar lotes de datos de entrenamiento a cada GPU.

• Utilizar un optimizador que pueda realizar cálculos de gradientes y actualizaciones de 
parámetros en varias GPU.

• Asignar la responsabilidad de los puntos de control a un host y a una GPU específicos.

Si su código de machine learning implica el procesamiento de datos tabulares

PySpark es una interfaz de Python de Apache Spark, que es un marco de computación distribuida 
de código abierto. PySpark se ha adoptado ampliamente para el procesamiento distribuido de 
datos tabulares para cargas de trabajo de producción a gran escala. Si desea ejecutar código 
de procesamiento de datos tabulares, considere usar los  PySpark contenedores SageMaker de 
procesamiento y ejecutar trabajos paralelos. También puede ejecutar trabajos de procesamiento de 
datos en paralelo mediante las API de SageMaker entrenamiento y SageMaker procesamiento de 
Amazon SageMaker Studio Classic, que está integrado con Amazon EMR y. AWS Glue

Opción 3: escribir su propio código de entrenamiento distribuido y personalizado

Cuando envía un trabajo de formación o procesamiento a SageMaker, las API de SageMaker 
formación y SageMaker procesamiento lanzan instancias informáticas de Amazon EC2. Puede 
personalizar el entorno de entrenamiento y procesamiento de las instancias ejecutando su propio 
contenedor de Docker o instalando bibliotecas adicionales en los contenedores gestionados por 
AWS. Para obtener más información sobre Docker with SageMaker Training, consulte Adaptar su 
propio contenedor de Docker para que funcione con sus propios algoritmos SageMaker y modelos 
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y Crear un contenedor con sus propios algoritmos y modelos. Para obtener más información sobre 
Docker with SageMaker Processing, consulte Use su propio código de procesamiento.

Cada entorno de trabajo de SageMaker formación contiene un archivo de configuración en/opt/ml/
input/config/resourceconfig.json, y cada entorno de trabajo de SageMaker procesamiento 
contiene un archivo de configuración similar en/opt/ml/config/resourceconfig.json. El 
código puede leer este archivo para buscar hostnames y establecer comunicaciones entre nodos. 
Para obtener más información, incluido el esquema del archivo JSON, consulte Configuración de 
entrenamiento distribuido y Cómo Amazon SageMaker Processing configura su contenedor de 
procesamiento. También puede instalar y utilizar bibliotecas informáticas distribuidas de terceros, 
como Ray o DeepSpeed in SageMaker.

También puede usar SageMaker Training and SageMaker Processing para ejecutar cálculos 
distribuidos personalizados que no requieran comunicación entre trabajadores. En la literatura 
sobre computación, esas tareas a menudo se describen como vergonzosamente paralelas o donde 
no se comparte nada. Los ejemplos incluyen el procesamiento paralelo de archivos de datos, el 
entrenamiento de modelos en paralelo en diferentes configuraciones o la ejecución de inferencias 
por lotes en una colección de registros. Puedes paralelizar trivialmente estos casos de uso en 
los que no se comparte nada con Amazon. SageMaker Cuando lanzas un trabajo de SageMaker 
entrenamiento o SageMaker procesamiento en un clúster con varios nodos, de forma SageMaker 
predeterminada, replica y lanza tu código de entrenamiento (en Python o Docker) en todos los 
nodos. Las tareas que requieren una distribución aleatoria de los datos de entrada entre estos 
múltiples nodos se pueden facilitar S3DataDistributionType=ShardedByS3Key configurando la 
configuración de entrada de datos de la SageMaker TrainingInput API.

Opción 4: lanzar varios trabajos en paralelo o secuencialmente

También puede distribuir un flujo de trabajo de procesamiento de aprendizaje automático en tareas 
de procesamiento secuenciales o paralelas más pequeñas, cada una representada por su propio 
trabajo de SageMaker entrenamiento o SageMaker procesamiento. Dividir una tarea en varios 
trabajos puede resultar beneficioso para las siguientes situaciones o tareas:

• Cuando tiene canales de datos y entradas de metadatos específicos (como hiperparámetros, 
configuración de modelos o tipos de instancias) para cada subtarea.

• Cuando implementa los pasos de reintento a nivel de subtarea.

• Cuando varía la configuración de las subtareas a lo largo de la carga de trabajo, por ejemplo, 
cuando se entrena sobre cómo aumentar el tamaño de los lotes.

Computación distribuida con SageMaker mejores prácticas 3971

https://docs.aws.amazon.com/sagemaker/latest/dg/docker-containers-create.html
https://docs.aws.amazon.com/sagemaker/latest/dg/use-your-own-processing-code.html
https://docs.aws.amazon.com/sagemaker/latest/dg/your-algorithms-training-algo-running-container.html#your-algorithms-training-algo-running-container-dist-training
https://docs.aws.amazon.com/sagemaker/latest/dg/your-algorithms-training-algo-running-container.html#your-algorithms-training-algo-running-container-dist-training
https://docs.aws.amazon.com/sagemaker/latest/dg/build-your-own-processing-container.html#byoc-config
https://docs.aws.amazon.com/sagemaker/latest/dg/build-your-own-processing-container.html#byoc-config
https://github.com/aws-samples/aws-samples-for-ray/tree/main/sagemaker
https://docs.aws.amazon.com/sagemaker/latest/dg/model-train-storage.html


Amazon SageMaker Guía para desarrolladores

• Cuando necesita ejecutar una tarea de machine learning que lleva más tiempo que el tiempo 
máximo de entrenamiento permitido para un solo trabajo de entrenamiento (28 días como 
máximo).

• Cuando los distintos pasos de un flujo de trabajo informático requieren distintos tipos de instancias.

Para el caso específico de la búsqueda de hiperparámetros, utilice el ajuste SageMaker automático 
de modelos. SageMaker Automated Model Tuning es un orquestador de búsqueda de parámetros 
sin servidor que lanza varios trabajos de formación en tu nombre, según una lógica de búsqueda que 
puede ser aleatoria, bayesiana o bayesiana. HyperBand

Además, para organizar varios trabajos de formación, también puede utilizar herramientas de 
organización de flujos de trabajo, como SageMaker Pipelines, AWSStep Functions y Apache Airflow, 
compatibles con Amazon Managed Workflows for Apache Airflow (MWAA) y Workflows. SageMaker

Compilador SageMaker de formación de Amazon

Utilice Amazon SageMaker Training Compiler para entrenar modelos de aprendizaje profundo (DL) 
más rápido en instancias de GPU escalables administradas por SageMaker.

¿Qué es SageMaker Training Compiler?

Los modelos de aprendizaje tate-of-the-art profundo (DL) consisten en redes neuronales complejas 
de varios niveles con miles de millones de parámetros que la GPU puede tardar miles de horas en 
entrenarse. La optimización de estos modelos en la infraestructura de entrenamiento requiere un 
amplio conocimiento de la DL y de la ingeniería de sistemas, lo que supone todo un reto incluso en 
casos de uso limitados. Si bien existen compiladores de código abierto que optimizan el proceso 
de entrenamiento en aprendizaje remoto, pueden carecer de la flexibilidad necesaria para integrar 
marcos de aprendizaje continuo con algunos tipos de hardware, como las instancias de GPU.

SageMaker El compilador de entrenamiento es una capacidad SageMaker que permite realizar estas 
hard-to-implement optimizaciones para reducir el tiempo de entrenamiento en las instancias de GPU. 
El compilador optimiza los modelos DL para acelerar el entrenamiento mediante un uso más eficiente 
de las instancias de GPU de aprendizaje SageMaker automático (ML). SageMaker El compilador de 
formación está disponible sin coste adicional SageMaker y puede ayudar a reducir el tiempo total 
facturable, ya que acelera el entrenamiento.
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SageMaker Training Compiler está integrado en los AWS Deep Learning Containers (DLC). Con los 
AWS DLC compatibles con SageMaker Training Compiler, puede compilar y optimizar los trabajos 
de formación en instancias de GPU con cambios mínimos en el código. Incorpore sus modelos de 
aprendizaje profundo a SageMaker Training Compiler SageMaker y permita que acelere su trabajo 
de formación en instancias de aprendizaje SageMaker automático para acelerar la computación.

Cómo funciona

SageMaker Training Compiler convierte los modelos DL de su representación lingüística de 
alto nivel en instrucciones optimizadas para el hardware. Específicamente, SageMaker Training 
Compiler aplica optimizaciones a nivel de gráficos, optimizaciones a nivel de flujo de datos y 
optimizaciones de backend para producir un modelo optimizado que utilice los recursos de hardware 
de manera eficiente. Como resultado, puede entrenar sus modelos más rápido que si los entrena sin 
compilarlos.

La activación de Training Compiler para su trabajo de formación consiste en un proceso de dos 
pasos: SageMaker

1. Traiga su propio script de aprendizaje continuo y, si es necesario, adáptelo para compilarlo y 
entrenarlo con SageMaker Training Compiler. Para obtener más información, consulte Usar un 
modelo de aprendizaje profundo propio.

2. Cree un objeto SageMaker estimador con el parámetro de configuración del compilador mediante 
el SDK de Python SageMaker .

a. Para activar SageMaker Training Compiler, añádelo
compiler_config=TrainingCompilerConfig() a la clase de estimador. SageMaker
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b. Ajuste los hiperparámetros (batch_sizeylearning_rate) para maximizar el beneficio que 
SageMaker proporciona Training Compiler.

La compilación mediante SageMaker Training Compiler cambia el espacio de memoria del 
modelo. Lo más habitual es que esto se manifieste como una reducción de la utilización de la 
memoria y el consiguiente aumento del tamaño de lote más grande que cabe en la GPU. En 
algunos casos, el compilador promueve el almacenamiento en caché de forma inteligente, lo 
que reduce el tamaño de lote más grande que cabe en la GPU. Tenga en cuenta que si desea 
cambiar el tamaño del lote, debe ajustar la tasa de entrenamiento de forma adecuada.

Para obtener una referencia sobre los modelos batch_size probados para los más populares, 
consulte Modelos probados.

Al ajustar el tamaño del lote, también hay que ajustar learning_rate adecuadamente. Para 
conocer las prácticas recomendadas para ajustar la tasa de entrenamiento junto con el cambio 
en el tamaño del lote, consulte the section called “Consideraciones y prácticas recomendadas”.

c. Al ejecutar el método estimator.fit() de clase, SageMaker compila su modelo e inicia el 
trabajo de entrenamiento.

Para obtener instrucciones acerca de cómo iniciar un trabajo de entrenamiento, consulte Habilite 
el compilador SageMaker de formación.

SageMaker Training Compiler no altera el modelo entrenado final, pero le permite acelerar el trabajo 
de entrenamiento al utilizar de manera más eficiente la memoria de la GPU y ajustar un tamaño de 
lote mayor por iteración. El modelo de entrenamiento final del trabajo de entrenamiento acelerado por 
el compilador es idéntico al del trabajo de entrenamiento normal.

Tip

SageMaker Training Compiler solo compila modelos DL para entrenarlos en instancias 
de GPU compatibles gestionadas por. SageMaker Para compilar el modelo con fines de 
inferencia e implementarlo para que se ejecute en cualquier lugar de la nube y en la periferia, 
utilice SageMaker el compilador Neo.

Temas

• Marcos, Regiones de AWS, tipos de instancias y modelos probados compatibles
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• Usar un modelo de aprendizaje profundo propio

• Habilite el compilador SageMaker de formación

• SageMaker Ejemplos de cuadernos y blogs de Training Compiler

• SageMaker Mejores prácticas y consideraciones sobre Training Compiler

• SageMaker Preguntas frecuentes sobre Training Compiler

• SageMaker Solución de problemas con Training Compiler

• Notas de lanzamiento del Compilador de entrenamiento de Amazon SageMaker

Marcos, Regiones de AWS, tipos de instancias y modelos probados 
compatibles

Antes de usar SageMaker Training Compiler, compruebe si el marco que ha elegido es compatible, 
si los tipos de instancias están disponibles en su AWS cuenta y si su AWS cuenta está en uno de los 
sistemas compatibles. Regiones de AWS

Note

SageMaker El compilador de entrenamiento está disponible en la versión 2.70.0 o posterior 
del SDK de SageMaker Python.

Marcos admitidos

SageMaker Training Compiler es compatible con los siguientes marcos de aprendizaje profundo y 
está disponible a través de AWS Deep Learning Containers.

Temas

• PyTorch

• TensorFlow
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PyTorch

Marcos Versión de marco URI de contenedor de 
aprendizaje profundo

Ampliable para 
personalización de 
Docker

PyTorch v1.13.1 763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.1 
2.0-gpu-py38-cu113 
-ubuntu20.04-sagem 
aker pytorch-trcomp-
training

NoPyTorch

PyTorch v1.12.0 763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.1 
3.1-gpu-py39-cu117 
-ubuntu20.04-sagem 
aker pytorch-trcomp-
training

No

Transformers v4.21.1

PyTorch v1.11.0

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.1 
1.0-transformers4. 
21.1-gpu-py38-
cu113-ubuntu20.04 
huggingface-pytorch-
trcomp-training

NoPyTorch con Hugging 
Face Transformers

Transformers v4.17.0

PyTorch v1.10.2

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.1 
0.2-transformers4. 
17.0-gpu-py38-
cu113-ubuntu20.04 

No
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Marcos Versión de marco URI de contenedor de 
aprendizaje profundo

Ampliable para 
personalización de 
Docker

huggingface-pytorch-
trcomp-training

Transformers v4.11.0

PyTorch v1.9.0

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.9 
.0-transformers4.1 
1.0-gpu-py38-
cu111-ubuntu20.04 
huggingface-pytorch-
training-comp

No

TensorFlow

Marcos Versión de marco URI de contenedor de 
aprendizaje profundo

Ampliable para 
personalización de 
Docker

TensorFlow v2.11.0 763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/tensorflow-t 
raining:2.11.0-gpu-
py39-cu112-ubuntu 
20.04-sagemaker

SíTensorFlow

TensorFlow v2.10.0 763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/tensorflow-t 
raining:2.10.0-gpu-
py39-cu112-ubuntu 
20.04-sagemaker

Sí
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Marcos Versión de marco URI de contenedor de 
aprendizaje profundo

Ampliable para 
personalización de 
Docker

TensorFlow v2.9.1 763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/tensorflow-t 
raining:2.9.1-gpu- 
py39-cu112-ubuntu2 
0.04-sagemaker

Sí

Transformers v4.17.0

TensorFlow v2.6.3

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:2.6 
.3-transformers4.1 
7.0-gpu-py38-
cu112-ubuntu20.04 
huggingface-tensor 
flow-trcomp-training

NoTensorFlow con 
Hugging Face 
Transformers

Transformers v4.11.0

TensorFlow v2.5.1

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:2.5 
.1-transformers4.1 
1.0-gpu-py37-
cu112-ubuntu18.04 
huggingface-tensor 
flow-training-comp

No

Para obtener más información, consulte Imágenes disponibles en el  GitHub repositorio de AWS 
Deep Learning Containers.

Regiones de AWS

Los contenedores SageMaker Training Compiler están disponibles en los Regiones de AWS lugares 
en los que AWSDeep Learning Containers están en servicio, excepto en las regiones de China.
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Tipos de instancias admitidos

SageMaker Training Compiler se ha probado en los siguientes tipos de instancias de aprendizaje 
automático y es compatible con ellos.

• Instancias P4

• Instancias P3

• Instancias G4dn

• Instancias G5

Para ver las especificaciones de los tipos de instancias, consulte la sección Computación acelerada
en la página de tipos de instancias de Amazon EC2. Para obtener información sobre los precios de 
las instancias, consulta Amazon SageMaker Pricing.

Si te aparece un mensaje de error similar al siguiente, sigue las instrucciones que se indican en
Solicitar un aumento de la cuota de servicio para SageMaker los recursos.

ResourceLimitExceeded: An error occurred (ResourceLimitExceeded) when calling
the CreateTrainingJob operation: The account-level service limit 'ml.p3dn.24xlarge
for training job usage' is 0 Instances, with current utilization of 0 Instances
and a request delta of 1 Instances.
Please contact AWS support to request an increase for this limit.

Modelos probados

La siguiente tabla incluye una lista de los modelos que se han probado con SageMaker Training 
Compiler. Como referencia, el tamaño de lote más grande que cabe en la memoria también se 
incluye junto con otros parámetros de entrenamiento. SageMaker Training Compiler puede cambiar 
el tamaño de memoria del proceso de entrenamiento del modelo; como resultado, a menudo se 
puede utilizar un tamaño de lote mayor durante el proceso de entrenamiento, lo que reduce aún 
más el tiempo total de entrenamiento. En algunos casos, SageMaker Training Compiler promueve 
el almacenamiento en caché de forma inteligente, lo que reduce el tamaño de lote más grande que 
cabe en la GPU. Debe volver a ajustar los hiperparámetros del modelo y encontrar un tamaño de lote 
óptimo para su caso. Para ahorrar tiempo, utilice las siguientes tablas de referencia para buscar un 
tamaño de lote que pueda ser un buen punto de partida para su caso de uso.
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Note

Los tamaños de lote son tamaños de lotes locales que caben en cada GPU individual del tipo 
de instancia respectivo. También debe ajustar la tasa de entrenamiento al cambiar el tamaño 
del lote.

PyTorch 1.13.1

Modelos de procesamiento de lenguaje natural (NLP)

Los siguientes modelos se han probado para tareas de entrenamiento con todas las combinaciones 
de uno y varios nodos con uno o varios núcleos de GPU y precisión mixta automática (AMP), como 
se indica.

GPU/GPU de uno o varios nodos o varias GPU

Modelo Conjunto 
de datos

Tipo de 
instancia

Precisión Longitud 
de 
secuencia

Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

albert-ba 
se-v2

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 80 192

albert-ba 
se-v2

wikitext-2-
raw-v1

g5.4xlarge float16 128 128 332

albert-ba 
se-v2

wikitext-2-
raw-v1

p3.2xlarge float16 128 80 224

bert-base-
uncased

wikitext-2-
raw-v1

g5.4xlarge float16 128 160 288

camembert 
-base

wikitext-2-
raw-v1

g5.4xlarge float16 128 160 280
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GPU/GPU de uno o varios nodos o varias GPU

Modelo Conjunto 
de datos

Tipo de 
instancia

Precisión Longitud 
de 
secuencia

Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

distilbert-
base-un 
cased

wikitext-2-
raw-v1

g5.4xlarge float16 128 240 472

distilgpt2 wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 77 128

distilgpt2 wikitext-2-
raw-v1

g5.4xlarge float16 128 138 390

distilgpt2 wikitext-2-
raw-v1

p3.2xlarge float16 128 96 256

distilrob 
erta-base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 96 192

distilrob 
erta-base

wikitext-2-
raw-v1

g5.4xlarge float16 128 171 380

distilrob 
erta-base

wikitext-2-
raw-v1

p3.2xlarge float16 128 112 256

gpt2 wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 52 152

gpt2 wikitext-2-
raw-v1

g5.4xlarge float16 128 84 240

gpt2 wikitext-2-
raw-v1

p3.2xlarge float16 128 58 164
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GPU/GPU de uno o varios nodos o varias GPU

Modelo Conjunto 
de datos

Tipo de 
instancia

Precisión Longitud 
de 
secuencia

Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 48 128

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

g5.4xlarge float16 128 84 207

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

p3.2xlarge float16 128 53 133

roberta-b 
ase

wikitext-2-
raw-v1

g5.4xlarge float16 128 125 224

facebook/ 
bart-base

xsum g4dn.16xl 
arge

float16 128 10 16

facebook/ 
bart-base

xsum g5.4xlarge float16 128 16 32

facebook/ 
bart-large

xsum g5.4xlarge float16 128 5 8

facebook/ 
bart-large

xsum p3.2xlarge float16 128 2 4

xlm-rober 
ta-base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 16 31
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GPU/GPU de uno o varios nodos o varias GPU

Modelo Conjunto 
de datos

Tipo de 
instancia

Precisión Longitud 
de 
secuencia

Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

xlm-rober 
ta-base

wikitext-2-
raw-v1

p3.2xlarge float16 128 18 50

xlnet-base-
cased

wikitext-2-
raw-v1

g5.4xlarge float16 128 128 240

bert-base-
uncased

wikitext- 
103-v1

g5.48xlar 
ge

float16 512 29 50

distilbert-
base-un 
cased

wikitext- 
103-v1

g5.48xlar 
ge

float16 512 45 64

gpt2 wikitext- 
103-v1

g5.48xlar 
ge

float16 512 18 45

roberta-b 
ase

wikitext- 
103-v1

g5.48xlar 
ge

float16 512 23 44

gpt2 wikitext- 
103-v1

p4d.24xla 
rge

float16 512 36 64

Modelos de visión artificial (CV)

Las pruebas se realizaron con TensorFlowModel Garden con precisión mixta automática (AMP), tal y 
como se indica.
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Uno o varios nodos, una o varias GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

ResNet152 food101 g4dn.16xl 
arge

float16 128 144

ResNet152 food101 g5.4xlarge float16 128 192

ResNet152 food101 p3.2xlarge float16 152 156

ViT food101 g4dn.16xl 
arge

float16 512 512

ViT food101 g5.4xlarge float16 992 768

ViT food101 p3.2xlarge float16 848 768

PyTorch 1.12.0

Modelos de procesamiento de lenguaje natural (NLP)

Los siguientes modelos se han probado para tareas de entrenamiento con todas las combinaciones 
de uno y varios nodos con uno o varios núcleos de GPU y precisión mixta automática (AMP), como 
se indica.
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GPU/GPU de uno o varios nodos o varias GPU

Modelo Conjunto 
de datos

Tipo de 
instancia

Precisión Longitud 
de 
secuencia

Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

albert-ba 
se-v2

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 128 248

bert-base-
uncased

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 160 288

camembert 
-base

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 160 279

camembert 
-base

wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 105 164

distilgpt2 wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 136 256

distilgpt2 wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 80 118

gpt2 wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 84 240

gpt2 wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 80 119

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 93 197

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 113 130
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GPU/GPU de uno o varios nodos o varias GPU

Modelo Conjunto 
de datos

Tipo de 
instancia

Precisión Longitud 
de 
secuencia

Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

roberta-b 
ase

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 125 224

roberta-b 
ase

wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 78 112

xlnet-base-
cased

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 138 240

bert-base-
uncased

wikitext- 
103-v1

ml.p4d.24 
xlarge

float16 512   52

distilbert-
base-un 
cased

wikitext- 
103-v1

ml.p4d.24 
xlarge

float16 512   160

gpt2 wikitext- 
103-v1

ml.p4d.24 
xlarge

float16 512   25

roberta-b 
ase

wikitext- 
103-v1

ml.p4d.24 
xlarge

float16 512   64

TensorFlow2.11.0

Modelos de visión artificial (CV)

Las pruebas se realizaron con TensorFlowModel Garden con precisión mixta automática (AMP), tal y 
como se indica.
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Uno o varios nodos, una o varias GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

Máscara 
RCNN - 50-
FPN ResNet

COCO-2017 ml.g5.2xlarge float16 6 8

Máscara 
CNN - 
ResNet 50-
FPN

COCO-2017 ml.p3.2xlarge float16 4 6

ResNet50 ImageNet ml.g5.2xlarge float16 192 256

ResNet50 ImageNet ml.p3.2xlarge float16 256 256

ResNet101 ImageNet ml.g5.2xlarge float16 128 256

ResNet101 ImageNet ml.p3.2xlarge float16 128 128

ResNet152 ImageNet ml.g5.2xlarge float16 128 224

ResNet152 ImageNet ml.p3.2xlarge float16 128 128

VisionTra 
nsformer

ImageNet ml.g5.2xlarge float16 112 144

VisionTra 
nsformer

ImageNet ml.p3.2xlarge float16 96 128

Modelos de procesamiento de lenguaje natural (NLP)

Las pruebas se realizaron con modelos de Trasnformer con Sequence_Len=128 y precisión mixta 
automática (AMP), como se indica.
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Amazon SageMaker Guía para desarrolladores

Uno o varios nodos, una o varias GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

albert-base-
v2

wikitext-2-
raw-v1

ml.g5.2xlarge float16 160 197

albert-base-
v2

wikitext-2-
raw-v1

ml.p3.2xlarge float16 95 127

bert-base-
uncased

wikitext-2-
raw-v1

ml.g5.2xlarge float16 160 128

bert-base-
uncased

wikitext-2-
raw-v1

ml.p3.2xlarge float16 104 111

bert-large-
uncased

wikitext-2-
raw-v1

ml.g5.2xlarge float16 65 48

bert-large-
uncased

wikitext-2-
raw-v1

ml.p3.2xlarge float16 40 35

camembert-
base

wikitext-2-
raw-v1

ml.g5.2xlarge float16 128 162

camembert-
base

wikitext-2-
raw-v1

ml.p3.2xlarge float16 105 111

distilbert-
base-un 
cased

wikitext-2-
raw-v1

ml.g5.2xlarge float16 256 264

distilbert-
base-un 
cased

wikitext-2-
raw-v1

ml.p3.2xlarge float16 128 169
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Amazon SageMaker Guía para desarrolladores

Uno o varios nodos, una o varias GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

gpt2 wikitext-2-
raw-v1

ml.g5.2xlarge float16 128 120

gpt2 wikitext-2-
raw-v1

ml.p3.2xlarge float16 80 83

jplu/ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

ml.g5.2xlarge float16 32 32

jplu/ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

ml.p3.2xlarge float16 32 36

microsoft/
mpnet-base

wikitext-2-
raw-v1

ml.g5.2xlarge float16 144 160

microsoft/
mpnet-base

wikitext-2-
raw-v1

ml.p3.2xlarge float16 106 110

roberta-base wikitext-2-
raw-v1

ml.g5.2xlarge float16 128 128

roberta-base wikitext-2-
raw-v1

ml.p3.2xlarge float16 72 98

albert-base-
v2

wikitext-2-
raw-v1

ml.g5.48x 
large

float16 128 192

albert-base-
v2

wikitext-2-
raw-v1

ml.p3.16x 
large

float16 95 96
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Amazon SageMaker Guía para desarrolladores

Uno o varios nodos, una o varias GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

distilbert-
base-un 
cased

wikitext-2-
raw-v1

ml.g5.48x 
large

float16 256 256

distilbert-
base-un 
cased

wikitext-2-
raw-v1

ml.p3.16x 
large

float16 140 184

google/ 
electra-small-
discriminator

wikitext-2-
raw-v1

ml.g5.48x 
large

float16 256 384

google/ 
electra-small-
discriminator

wikitext-2-
raw-v1

ml.p3.16x 
large

float16 256 268

gpt2 wikitext-2-
raw-v1

ml.g5.48x 
large

float16 116 116

gpt2 wikitext-2-
raw-v1

ml.p3.16x 
large

float16 85 83

gpt2 wikitext-2-
raw-v1

ml.p4d.24 
xlarge

float16 94 110

microsoft/
mpnet-base

wikitext-2-
raw-v1

ml.g5.48x 
large

float16 187 164

microsoft/
mpnet-base

wikitext-2-
raw-v1

ml.p3.16x 
large

float16 106 111

Marcos, Regiones de AWS, tipos de instancias y modelos probados compatibles 3990



Amazon SageMaker Guía para desarrolladores

TensorFlow2.10.0

Modelos de visión artificial (CV)

Las pruebas se realizaron con TensorFlowModel Garden con precisión mixta automática (AMP), tal y 
como se indica.

Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

Detection 
Transformer- 
50 ResNet

COCO-2017 ml.g4dn.2 
xlarge

float32 2 4

Detection 
Transformer- 
ResNet 50

COCO-2017 ml.g5.2xlarge float32 3 6

Detection 
Transformer- 
ResNet 50

COCO-2017 ml.p3.2xlarge float32 2 4

Máscara 
CNN- 50-
FPN ResNet

COCO-2017 ml.g4dn.2 
xlarge

float16 4 6

Máscara 
CNN - 
ResNet 50-
FPN

COCO-2017 ml.g5.2xlarge float16 6 8

Máscara 
CNN - 

COCO-2017 ml.g5.48x 
large

float16 48 64
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Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

ResNet 50-
FPN

Máscara 
CNN - 
ResNet 50-
FPN

COCO-2017 ml.p3.2xlarge float16 4 6

ResNet50 ImageNet ml.g4dn.2 
xlarge

float16 224 256

ResNet50 ImageNet ml.g5.2xlarge float16 192 160

ResNet50 ImageNet ml.g5.48x 
large

float16 2048 2048

ResNet50 ImageNet ml.p3.2xlarge float16 224 160

ResNet101 ImageNet ml.g4dn.2 
xlarge

float16 160 128

ResNet101 ImageNet ml.g5.2xlarge float16 192 256

ResNet101 ImageNet ml.g5.48x 
large

float16 2048 2048

ResNet101 ImageNet ml.p3.2xlarge float16 160 224

ResNet152 ImageNet ml.g4dn.2 
xlarge

float16 128 128

ResNet152 ImageNet ml.g5.2xlarge float16 192 224
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Amazon SageMaker Guía para desarrolladores

Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

ResNet152 ImageNet ml.g5.48x 
large

float16 1536 1792

ResNet152 ImageNet ml.p3.2xlarge float16 128 160

VisionTra 
nsformer

ImageNet ml.g4dn.2 
xlarge

float16 80 128

VisionTra 
nsformer

ImageNet ml.g5.2xlarge float16 112 144

VisionTra 
nsformer

ImageNet ml.g5.48x 
large

float16 896 1152

VisionTra 
nsformer

ImageNet ml.p3.2xlarge float16 80 128

Modelos de procesamiento de lenguaje natural (NLP)

Las pruebas se realizaron con modelos de Trasnformer con Sequence_Len=128 y precisión mixta 
automática (AMP), como se indica.
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Amazon SageMaker Guía para desarrolladores

Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

albert-base-
v2

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 112

albert-base-
v2

wikitext-2-
raw-v1

p3.2xlarge float16 128 128

albert-base-
v2

wikitext-2-
raw-v1

p3.8xlarge float16 128 135

albert-base-
v2

wikitext-2-
raw-v1

g5.4xlarge float16 128 191

bert-base-
uncased

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 64 94

bert-base-
uncased

wikitext-2-
raw-v1

p3.2xlarge float16 96 101

bert-base-
uncased

wikitext-2-
raw-v1

p3.8xlarge float16 96 96

bert-base-
uncased

wikitext-2-
raw-v1

g5.4xlarge float16 128 128

bert-large-
uncased

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 35 21

bert-large-
uncased

wikitext-2-
raw-v1

p3.2xlarge float16 39 26
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Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

bert-large-
uncased

wikitext-2-
raw-v1

g5.4xlarge float16 60 50

camembert-
base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 96 90

camembert-
base

wikitext-2-
raw-v1

p3.2xlarge float16 96 98

camembert-
base

wikitext-2-
raw-v1

p3.8xlarge float16 96 96

camembert-
base

wikitext-2-
raw-v1

g5.4xlarge float16 128 128

distilbert-
base-un 
cased

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 256 160

distilbert-
base-un 
cased

wikitext-2-
raw-v1

p3.2xlarge float16 128 176

distilbert-
base-un 
cased

wikitext-2-
raw-v1

p3.8xlarge float16 128 160

distilbert-
base-un 
cased

wikitext-2-
raw-v1

g5.4xlarge float16 256 258
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Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

google_ 
electra-small-
discriminator

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 256 216

google_ 
electra-small-
discriminator

wikitext-2-
raw-v1

p3.2xlarge float16 256 230

google_ 
electra-small-
discriminator

wikitext-2-
raw-v1

p3.8xlarge float16 256 224

google_ 
electra-small-
discriminator

wikitext-2-
raw-v1

g5.4xlarge float16 256 320

gpt2 wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 80 64

gpt2 wikitext-2-
raw-v1

p3.2xlarge float16 80 77

gpt2 wikitext-2-
raw-v1

p3.8xlarge float16 80 72

gpt2 wikitext-2-
raw-v1

g5.4xlarge float16 128 120

jplu_ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 28 24
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Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

jplu_ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

p3.2xlarge float16 32 24

jplu_ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

p3.8xlarge float16 32 26

jplu_ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

g5.4xlarge float16 66 52

microsoft 
_mpnet-base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 96 92

microsoft 
_mpnet-base

wikitext-2-
raw-v1

p3.2xlarge float16 96 101

microsoft 
_mpnet-base

wikitext-2-
raw-v1

p3.8xlarge float16 96 101

microsoft 
_mpnet-base

wikitext-2-
raw-v1

g5.4xlarge float16 128 152

roberta-base wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 64 72

roberta-base wikitext-2-
raw-v1

p3.2xlarge float16 64 84

roberta-base wikitext-2-
raw-v1

p3.8xlarge float16 64 86
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Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Precisión Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para 
SageMaker 
Training 
Compiler

roberta-base wikitext-2-
raw-v1

g5.4xlarge float16 128 128

TensorFlow2.9.1

Probado con TensorFlowModel Garden con precisión mixta automática (AMP).

Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de instancia Tamaño de lote 
para marcos 
nativos

Tamaño de lote 
para SageMaker 
Training 
Compiler

ResNet50 ImageNet ml.g4dn.2xlarge 192 256*

ml.g4dn.2xlarge 128 160

ml.g5.2xlarge 224 256*

ResNet101 ImageNet

ml.p3.16xlarge 1536 1792

ml.g5.2xlarge 192 224

ml.p3.2xlarge 160 160

ResNet152 ImageNet

ml.p3.16xlarge 1024 1 280

ml.g4dn.2xlarge 80 128VisionTra 
nsformer

ImageNet

ml.g5.2xlarge 112 128
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Un nodo GPU única/múltiples GPU

Modelo Conjunto de 
datos

Tipo de instancia Tamaño de lote 
para marcos 
nativos

Tamaño de lote 
para SageMaker 
Training 
Compiler

ml.p3.2xlarge 56 128

ml.p3.16xlarge 640 1024

ml.g4dn.2xlarge 2 2.

ml.g5.2xlarge 3 6

ml.p3.2xlarge 2 4

Detection 
Transformer- 
ResNet 50

COCO-2017

ml.p3.16xlarge 8 32

ml.g4dn.2xlarge 4 4

ml.g5.2xlarge 6 8

Máscara CNN- 
50-FPN ResNet

COCO-2017

ml.p3.2xlarge 4 6

* Los tamaños de lote marcados con un asterisco (*) indican el tamaño de lote más grande probado 
por el equipo de desarrolladores de Training Compiler. SageMaker En el caso de las celdas 
marcadas, es posible que la instancia pueda adaptarse a un tamaño de lote mayor al indicado.

Transformers 4.21.1 con 1.11.0 PyTorch

Probados con Sequence_Len=512 y precisión mixta automática (AMP).

Marcos, Regiones de AWS, tipos de instancias y modelos probados compatibles 3999



Amazon SageMaker Guía para desarrolladores

Un nodo una sola GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Recuento de 
instancias

Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para el 
Compilador 
de entrenami 
ento

ml.g4dn.2 
xlarge

1 14 28

ml.g5.2xlarge 1 18 40

albert-base-
v2

wikitext-2

ml.p3.2xlarge 1 14 32

ml.g4dn.2 
xlarge

1 12 24

ml.g5.2xlarge 1 28 44

bert-base-
cased

wikitext-2

ml.p3.2xlarge 1 16 20

ml.g4dn.2 
xlarge

1 16 28

ml.g5.2xlarge 1 24 40

camembert-
base

wikitext-2

ml.p3.2xlarge 1 16 24

ml.g4dn.2 
xlarge

1 28 52

ml.g5.2xlarge 1 40 76

wikitext-2

ml.p3.2xlarge 1 32 48

distilbert-
base-un 
cased

wikitext-103-
v1

ml.p4d.24 
xlarge

4 82 160
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Un nodo una sola GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Recuento de 
instancias

Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para el 
Compilador 
de entrenami 
ento

ml.g4dn.2 
xlarge

1 6 18

ml.g5.2xlarge 1 12 28

distilgpt2 wikitext-2

ml.p3.2xlarge 1 6 16

ml.g4dn.2 
xlarge

1 20 40

ml.g5.2xlarge 1 28 56

distilroberta-
base

wikitext-2

ml.p3.2xlarge 1 24 40

ml.g4dn.2 
xlarge

1 4 8

ml.g5.2xlarge 1 6 14

EleutherA 
I/gpt-neo 
-125M

wikitext-2

ml.p3.2xlarge 1 4 10

ml.g4dn.2 
xlarge

1 4 8

ml.g5.2xlarge 1 6 16

wikitext-2

ml.p3.2xlarge 1 4 10

gpt2

wikitext-103-
v1

ml.p4d.24 
xlarge

4 13 25
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Un nodo una sola GPU

Modelo Conjunto de 
datos

Tipo de 
instancia

Recuento de 
instancias

Tamaño de 
lote para 
marcos 
nativos

Tamaño de 
lote para el 
Compilador 
de entrenami 
ento

ml.g4dn.2 
xlarge

1 12 20

ml.g5.2xlarge 1 24 36

wikitext-2

ml.p3.2xlarge 1 12 20

roberta-base

wikitext-103-
v1

ml.p4d.24 
xlarge

4 36 64

ml.g4dn.2 
xlarge

1 2 6

ml.g5.2xlarge 1 2 10

xlnet-base-
cased

wikitext-2

ml.p3.2xlarge 1 2 8

2 32 64

4 32 64

8 32 64

bert-base-
uncased

wikitext-103-
v1

ml.p4d.24 
xlarge

16 32 64

roberta-large wikitext-103-
v1

ml.p4d.24 
xlarge

4 16 24

microsoft/
deberta-v3-
base

wikitext-103-
v1

ml.p4d.24 
xlarge

16 9 23
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Transformers 4.17.0 con 1.10.2 PyTorch

Probados con Sequence_Len=512 y precisión mixta automática (AMP).

Un nodo una sola GPU

Modelo Tipo de instancia Tamaño de lote para 
marcos nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

ml.p3.2xlarge 14 28albert-base-v2

ml.g4dn.2xlarge 14 24

ml.p3.2xlarge 16 24bert-base-cased

ml.g4dn.2xlarge 12 24

ml.p3.2xlarge 16 24bert-base-uncased

ml.g4dn.2xlarge 12 28

ml.p3.2xlarge 12 24camembert-base

ml.g4dn.2xlarge 12 28

ml.p3.2xlarge 28 48distilbert-base-un 
cased

ml.g4dn.2xlarge 24 52

ml.p3.2xlarge 6 12distilgpt2

ml.g4dn.2xlarge 6 14

ml.p3.2xlarge 20 40distilroberta-base

ml.g4dn.2xlarge 12 40

ml.p3.2xlarge 2 10EleutherAI/gpt-neo 
-125M

ml.g4dn.2xlarge 2 8
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Un nodo una sola GPU

Modelo Tipo de instancia Tamaño de lote para 
marcos nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

ml.p3.2xlarge 2 6facebook/bart-base

ml.g4dn.2xlarge 2 6

ml.p3.2xlarge 4 8gpt2

ml.g4dn.2xlarge 2 8

ml.p3.2xlarge 12 20roberta-base

ml.g4dn.2xlarge 12 20

ml.p3.2xlarge 2 8xlnet-base-cased

ml.g4dn.2xlarge 4 6

Transformers 4.11.0 con 1.9.0 PyTorch

Probados con Sequence_Len=512 y precisión mixta automática (AMP).

Un nodo una sola GPU

Modelo Tipo de instancia Tamaño de lote para 
nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

albert-base-v2 ml.p3.2xlarge 12 32

bert-base-cased ml.p3.2xlarge 14 24

bert-base-chinese ml.p3.2xlarge 16 24

bert-base-multilingual-
cased

ml.p3.2xlarge 4 16
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Un nodo una sola GPU

Modelo Tipo de instancia Tamaño de lote para 
nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

bert-base-multilingual-
uncased

ml.p3.2xlarge 8 16

bert-base-uncased ml.p3.2xlarge 12 24

cl-tohoku/ -enmascar 
amiento de palabras 
bert-base-japanese-
whole

ml.p3.2xlarge 12 24

cl-tohoku/ bert-base-
japanese

ml.p3.2xlarge 12 24

distilbert-base-un 
cased

ml.p3.2xlarge 28 32

distilbert-base-un 
cased-finetuned-sst-2-
inglés

ml.p3.2xlarge 28 32

distilgpt2 ml.p3.2xlarge 16 32

facebook/bart-base ml.p3.2xlarge 4 8

gpt2 ml.p3.2xlarge 6 20

nreimers/MiniLMv2- 
L6-H384-distilled- 
from-RoBERTa-Large

ml.p3.2xlarge 20 32

roberta-base ml.p3.2xlarge 12 20
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Un solo nodo varias GPU

Modelo Tipo de instancia Tamaño de lote para 
nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

bert-base-chinese ml.p3.8xlarge 16 26

bert-base-multilingual-
cased

ml.p3.8xlarge 6 16

bert-base-multilingual-
uncased

ml.p3.8xlarge 6 16

bert-base-uncased ml.p3.8xlarge 14 24

distilbert-base-un 
cased

ml.p3.8xlarge 14 32

distilgpt2 ml.p3.8xlarge 6 32

facebook/bart-base ml.p3.8xlarge 8 16

gpt2 ml.p3.8xlarge 8 20

roberta-base ml.p3.8xlarge 12 20

Transformers 4.17.0 con 2.6.3 TensorFlow

Probados con Sequence_Len=128 y precisión mixta automática (AMP).

Modelo Tipo de instancia Tamaño de lote para 
marcos nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

albert-base-v2 ml.g4dn.16xlarge 136 208

albert-base-v2 ml.g5.4xlarge 219 312
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Modelo Tipo de instancia Tamaño de lote para 
marcos nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

albert-base-v2 ml.p3.2xlarge 152 208

albert-base-v2 ml.p3.8xlarge 152 192

bert-base-uncased ml.g4dn.16xlarge 120 101

bert-base-uncased ml.g5.4xlarge 184 160

bert-base-uncased ml.p3.2xlarge 128 108

bert-large-uncased ml.g4dn.16xlarge 37 28

bert-large-uncased ml.g5.4xlarge 64 55

bert-large-uncased ml.p3.2xlarge 40 32

camembert-base ml.g4dn.16xlarge 96 100

camembert-base ml.g5.4xlarge 190 160

camembert-base ml.p3.2xlarge 129 108

camembert-base ml.p3.8xlarge 128 104

distilbert-base-un 
cased

ml.g4dn.16xlarge 210 160

distilbert-base-un 
cased

ml.g5.4xlarge 327 288

distilbert-base-un 
cased

ml.p3.2xlarge 224 196

distilbert-base-un 
cased

ml.p3.8xlarge 192 182
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Modelo Tipo de instancia Tamaño de lote para 
marcos nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

google_ electra-small-
discriminator

ml.g4dn.16xlarge 336 288

google_ electra-small-
discriminator

ml.g5.4xlarge 504 384

google_ electra-small-
discriminator

ml.p3.2xlarge 352 323

gpt2 ml.g4dn.16xlarge 89 64

gpt2 ml.g5.4xlarge 140 146

gpt2 ml.p3.2xlarge 94 96

gpt2 ml.p3.8xlarge 96 88

jplu_ tf-xlm-roberta-
base

ml.g4dn.16xlarge 52 16

jplu_ tf-xlm-roberta-
base

ml.g5.4xlarge 64 44

microsoft_mpnet-base ml.g4dn.16xlarge 120 100

microsoft_mpnet-base ml.g5.4xlarge 192 160

microsoft_mpnet-base ml.p3.2xlarge 128 104

microsoft_mpnet-base ml.p3.8xlarge 130 92

roberta-base ml.g4dn.16xlarge 108 64

roberta-base ml.g5.4xlarge 176 142

roberta-base ml.p3.2xlarge 118 100
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Modelo Tipo de instancia Tamaño de lote para 
marcos nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

roberta-base ml.p3.8xlarge 112 88

Transformers 4.11.0 con 2.5.1 TensorFlow

Probados con Sequence_Len=128 y precisión mixta automática (AMP).

Un nodo una sola GPU

Modelo Tipo de instancia Tamaño de lote para 
nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

albert-base-v2 ml.p3.2xlarge 128 128

bart-base ml.p3.2xlarge 12 64

bart-large ml.p3.2xlarge 4 28

bert-base-cased ml.p3.2xlarge 16 128

bert-base-chinese ml.p3.2xlarge 16 128

bert-base-multilingual-
cased

ml.p3.2xlarge 12 64

bert-base-multilingual-
uncased

ml.p3.2xlarge 16 96

bert-base-uncased ml.p3.2xlarge 16 96

bert-large-uncased ml.p3.2xlarge 4 24

cl-tohoku/ bert-base-
japanese

ml.p3.2xlarge 16 128
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Un nodo una sola GPU

Modelo Tipo de instancia Tamaño de lote para 
nativos

Tamaño de lote para 
el Compilador de 
entrenamiento

cl-tohoku/ -enmascar 
amiento de palabras 
bert-base-japanese-
whole

ml.p3.2xlarge 16 128

distilbert-base-sst2 ml.p3.2xlarge 32 128

distilbert-base-un 
cased

ml.p3.2xlarge 32 128

distilgpt2 ml.p3.2xlarge 32 128

gpt2 ml.p3.2xlarge 12 64

gpt2-large ml.p3.2xlarge 2 24

jplu/ tf-xlm-roberta-
base

ml.p3.2xlarge 12 32

roberta-base ml.p3.2xlarge 4 64

roberta-large ml.p3.2xlarge 4 64

t5-base ml.p3.2xlarge 64 64

t5-small ml.p3.2xlarge 128 128

Usar un modelo de aprendizaje profundo propio

En esta guía se explica cómo adaptar el script de entrenamiento para un trabajo de entrenamiento 
acelerado por compilador. La preparación del script de entrenamiento depende de lo siguiente:

• Entornos de entrenamiento, como la entrenamiento distribuida o de un solo kernel.
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• Marcos y bibliotecas que se utilizan para crear el script de entrenamiento.

Elija uno de los siguientes temas en función del marco de trabajo que utilice.

Temas

• PyTorch

• TensorFlow

Note

Una vez que haya terminado de preparar su guion de formación, puede ejecutar un trabajo 
de SageMaker formación utilizando las clases del SageMaker framework estimador. Para 
obtener más información, consulte el tema anterior en Habilite el compilador SageMaker de 
formación.

PyTorch

Lleve su propio modelo de PyTorch a SageMaker y ejecute el trabajo de entrenamiento con el 
compilador de entrenamiento de SageMaker.

Temas

• Modelos de TensorFlow con transformadores Hugging Face

Modelos de TensorFlow con transformadores Hugging Face

Los modelos de PyTorch con Hugging Face Transformers se basan en la API torch.nn.Module de 
PyTorch. Hugging Face Transformers también ofrece clases de modelos de Trainer y previamente 
entrenadas para PyTorch para ayudar a reducir el esfuerzo de configurar modelos de procesamiento 
de lenguaje natural (NLP). Después de preparar su script de entrenamiento, puede lanzar un 
trabajo de entrenamiento usando el el estimador PyTorch o HuggingFace de SageMaker con la 
configuración del Compilador de entrenamiento de SageMaker cuando pase al siguiente tema en
Habilite el compilador SageMaker de formación.
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Tip

Cuando cree un tokenizador para un modelo de PNL con Transformers en su script de 
entrenamiento, asegúrese de utilizar una forma de tensor de entrada estática especificando
padding='max_length'. No utilice padding='longest' porque rellenar la secuencia 
más larga del lote puede cambiar la forma del tensor de cada lote de entrenamiento. La 
forma de entrada dinámica puede desencadenar la recompilación del modelo y aumentar el 
tiempo total de entrenamiento. Para obtener más información sobre las opciones de relleno 
de los tokenizadores de Transformers, consulte Padding and truncation en la documentación 
de Hugging Face Transformers.

Temas

• Grandes modelos lingüísticos mediante la clase Trainer de Hugging Face Transformers

• Grandes modelos lingüísticos utilizando PyTorch directamente (sin la API Hugging Face 
Transformers Trainer)

Grandes modelos lingüísticos mediante la clase Trainer de Hugging Face Transformers

Si utiliza la clase Trainer de la biblioteca de transformadores, no necesitará realizar ningún cambio 
adicional en su script de entrenamiento. el Compilador de entrenamiento de SageMaker compila 
automáticamente su modelo Trainer si lo activa a través de la clase estimador. El siguiente código 
muestra la forma básica de un script de entrenamiento PyTorch con Hugging Face Trainer API.

from transformers import Trainer, TrainingArguments

training_args=TrainingArguments(**kwargs)
trainer=Trainer(args=training_args, **kwargs)

Temas

• Para el entrenamiento con una sola GPU

• Para entrenamiento distribuido

• Prácticas recomendadas para utilizar el Compilador de entrenamiento de SageMaker con Trainer
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Para el entrenamiento con una sola GPU

No necesita cambiar su código cuando utilice la clase transformers.Trainer.

Para entrenamiento distribuido

PyTorch v1.11.0 y superior

Para ejecutar el entrenamiento distribuido con el Compilador de Entrenamiento SageMaker, debe 
agregar la siguiente función _mp_fn() en su script de entrenamiento y encapsular la función
main(). Redirige las llamadas a función _mp_fn(index) desde el tiempo de ejecución distribuido 
de SageMaker para PyTorch (pytorchxla) a la función main() de su script de entrenamiento.

def _mp_fn(index): 
    main()

Esta función acepta el argumento index para indicar el rango de la GPU actual en el clúster para el 
entrenamiento distribuido. Para encontrar más scripts de ejemplo, consulte los scripts de ejemplo de 
modelado lingüístico de Hugging Face Transformers.

Para Transformers v4.17 y anteriores con PyTorch v1.10.2 y anteriores

El compilador de entrenamiento de SageMaker utiliza un mecanismo alternativo para lanzar un 
trabajo de entrenamiento distribuido, y no es necesario realizar ninguna modificación en el script 
de entrenamiento. En su lugar, el Compilador de entrenamiento de SageMaker requiere que pase 
un script lanzador de entrenamiento distribuido de SageMaker al argumento entry_point y que 
pase su script de entrenamiento al argumento hyperparameters del estimador Hugging Face de 
SageMaker.

Prácticas recomendadas para utilizar el Compilador de entrenamiento de SageMaker con Trainer

• Asegúrese de que utiliza optimizadores SyncFree estableciendo el argumento optim en
adamw_torch_xla al configurar transformers.TrainingArgument. Consulte también Optimizer en 
la documentación de Hugging Face Transformers.

• Asegúrese de que el rendimiento del canal de procesamiento de datos es superior al 
rendimiento de entrenamiento. Puede modificar los argumentos dataloader_num_workers y
preprocessing_num_workers de la clase transformers.TrainingArgument para conseguirlo. 
Normalmente, deben ser mayores o iguales que el número de GPU, pero menores que el número 
de CPU.
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Cuando haya terminado de adaptar su script de entrenamiento, continúe con the section called 
“Ejecute trabajos PyTorch de entrenamiento con Training Compiler”.

Grandes modelos lingüísticos utilizando PyTorch directamente (sin la API Hugging Face 
Transformers Trainer)

Si tiene un script de entrenamiento que utiliza PyTorch directamente, deberá realizar cambios 
adicionales en su script de entrenamiento de PyTorch para implementar PyTorch/XLA. Siga las 
instrucciones para modificar su script para configurar correctamente los primitivos de PyTorch/XLA.

Temas

• Para el entrenamiento con una sola GPU

• Para entrenamiento distribuido

• Prácticas recomendadas para utilizar el Compilador de entrenamiento de SageMaker con PyTorch/
XLA

Para el entrenamiento con una sola GPU

1. Importe las bibliotecas de optimización.

import torch_xla
import torch_xla.core.xla_model as xm

2. Cambiar el dispositivo de destino para que sea XLA en lugar de torch.device("cuda")

device=xm.xla_device()

3. Si está utilizando Automatic Mixed Precision (AMP) de PyTorch, haga lo siguiente:

a. Reemplace torch.cuda.amp por lo siguiente:

import torch_xla.amp

b. Reemplace torch.optim.SGD y torch.optim.Adam por lo siguiente:

import torch_xla.amp.syncfree.Adam as adam
import torch_xla.amp.syncfree.SGD as SGD

c. Reemplace torch.cuda.amp.GradScaler por lo siguiente:
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import torch_xla.amp.GradScaler as grad_scaler

4. Si no utiliza AMP, reemplace optimizer.step() por lo siguiente:

xm.optimizer_step(optimizer)

5. Si estás usando un cargador de datos distribuido, encapsule su dataloader en la clase
ParallelLoader de PyTorch/XLA:

import torch_xla.distributed.parallel_loader as pl
parallel_loader=pl.ParallelLoader(dataloader, [device]).per_device_loader(device)

6. Añada mark_step al final del bucle de entrenamiento cuando no estés utilizando
parallel_loader:

xm.mark_step()

7. Para comprobar su entrenamiento, utilice el método de comprobación de modelos de PyTorch/
XLA:

xm.save(model.state_dict(), path_to_save)

Cuando haya terminado de adaptar su script de entrenamiento, continúe con the section called 
“Ejecute trabajos PyTorch de entrenamiento con Training Compiler”.

Para entrenamiento distribuido

Además de los cambios enumerados en la sección Para el entrenamiento con una sola GPU anterior, 
añada los siguientes cambios para distribuir correctamente la carga de trabajo entre las GPU.

1. Si esta utilizando AMP, añada all_reduce después de scaler.scale(loss).backward():

gradients=xm._fetch_gradients(optimizer)
xm.all_reduce('sum', gradients, scale=1.0/xm.xrt_world_size())

2. Si necesita establecer variables para local_ranks y world_size, utilice un código similar al 
siguiente:

local_rank=xm.get_local_ordinal()
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world_size=xm.xrt_world_size()

3. Para cualquier world_size (num_gpus_per_node*num_nodes) mayor que 1, debe definir un 
muestreador de entrenamiento que debe tener un aspecto similar al siguiente:

import torch_xla.core.xla_model as xm

if xm.xrt_world_size() > 1: 
    train_sampler=torch.utils.data.distributed.DistributedSampler( 
        train_dataset, 
        num_replicas=xm.xrt_world_size(), 
        rank=xm.get_ordinal(), 
        shuffle=True 
    )

train_loader=torch.utils.data.DataLoader( 
    train_dataset,  
    batch_size=args.batch_size, 
    sampler=train_sampler, 
    drop_last=args.drop_last, 
    shuffle=False if train_sampler else True, 
    num_workers=args.num_workers
)

4. Realice los siguientes cambios para asegurarse de que utiliza el parallel_loader
proporcionado por el módulo torch_xla distributed.

import torch_xla.distributed.parallel_loader as pl
train_device_loader=pl.MpDeviceLoader(train_loader, device)

El train_device_loader funciona como un cargador PyTorch normal de la siguiente manera:

for step, (data, target) in enumerate(train_device_loader): 
    optimizer.zero_grad() 
    output=model(data) 
    loss=torch.nn.NLLLoss(output, target) 
    loss.backward()

Con todos estos cambios, debería ser capaz de lanzar un entrenamiento distribuido con cualquier 
modelo PyTorch sin la API Transformer Trainer. Tenga en cuenta que estas instrucciones se 
pueden utilizar tanto para varias GPU de un solo nodo como para varias GPU de varios nodos.
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5. Para PyTorch v1.11.0 y posterior

Para ejecutar el entrenamiento distribuido con el Compilador de Entrenamiento SageMaker, 
debe agregar la siguiente función _mp_fn() en su script de entrenamiento y encapsular la 
función main(). Redirige las llamadas a función _mp_fn(index) desde el tiempo de ejecución 
distribuido de SageMaker para PyTorch (pytorchxla) a la función main() de su script de 
entrenamiento.

def _mp_fn(index): 
    main()

Esta función acepta el argumento index para indicar el rango de la GPU actual en el clúster 
para el entrenamiento distribuido. Para encontrar más scripts de ejemplo, consulte los scripts de 
ejemplo de modelado lingüístico de Hugging Face Transformers.

Para Transformers v4.17 y anteriores con PyTorch v1.10.2 y anteriores

El Compilador de entrenamiento de SageMaker utiliza un mécanismo alternativo para lanzar un 
trabajo0 de entrenamiento distribuido y requiere que pase un script lanzador de entrenamiento 
distribuido de SageMaker al argumento entry_point y que pase su script de entrenamiento al 
argumento hyperparameters del estimador Hugging Face de SageMaker.

Cuando haya terminado de adaptar su script de entrenamiento, continúe con the section called 
“Ejecute trabajos PyTorch de entrenamiento con Training Compiler”.

Prácticas recomendadas para utilizar el Compilador de entrenamiento de SageMaker con PyTorch/
XLA

Si desea aprovechar el Compilador de entrenamiento de SageMaker en su script de entrenamiento 
nativo de PyTorch, es posible que desee familiarizarse primero con PyTorch en dispositivos XLA. 
En las siguientes secciones se enumeran algunas de las prácticas recomendadas para habilitar XLA 
para PyTorch.

Note

En esta sección de prácticas recomendadas se asume que utiliza los siguientes módulos de 
PyTorch/XLA:

import torch_xla.core.xla_model as xm
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import torch_xla.distributed.parallel_loader as pl

Comprender el modo Lazy en PyTorch/XLA

Una diferencia significativa entre PyTorch/XLA y PyTorch nativo es que el sistema PyTorch/XLA 
se ejecuta en modo Lazy mientras que el PyTorch nativo se ejecuta en modo Eager. Los tensores 
en modo Lazy son marcadores de posición para construir el gráfico computacional hasta que se 
materializan después de que la compilación y la evaluación se hayan completado. El sistema 
PyTorch/XLA construye el gráfico computacional sobre la marcha cuando llama a las API de PyTorch 
para generar el cálculo usando tensores y operadores. El gráfico computacional se compila y ejecuta 
cuando xm.mark_step() es llamado explícita o implícitamente por pl.MpDeviceLoader/
pl.ParallelLoader, o cuando se solicita explícitamente el valor de un tensor como por ejemplo 
llamando a loss.item() o print(loss).

Minimizar el número de compilation-and-executions utilizando pl.MpDeviceLoader/
pl.ParallelLoader y xm.step_closure

Para obtener el mejor rendimiento, debe tener en cuenta las posibles formas de iniciar compilación 
y ejecuciones como se describe en Comprender el modo Lazy en PyTorch/XLA e intentar minimizar 
el número de compilación y ejecuciones. Idealmente, solo es necesaria una compilación y ejecución 
por iteración de entrenamiento y se inicia automáticamente mediante pl.MpDeviceLoader/
pl.ParallelLoader. El MpDeviceLoader está optimizado para XLA y debe utilizarse siempre 
que sea posible para obtener el mejor rendimiento. Durante el entrenamiento, es posible que desee 
examinar algunos resultados intermedios, como los valores de pérdida. En tal caso, la impresión de 
tensores Lazy debe encapsularse utilizando xm.add_step_closure() para evitar compilación y 
ejecuciones innecesarias.

Utilizar AMP y optimizadores syncfree

El entrenamiento en modo Automatic Mixed Precision (AMP) acelera considerablemente la velocidad 
de entrenamiento aprovechando los kernels tensoriales de las GPU NVIDIA. El Compilador de 
entrenamiento de SageMaker proporciona optimizadores syncfree que están optimizados para 
XLA para mejorar el rendimiento de AMP. Actualmente, están disponibles los tres optimizadores
syncfree siguientes, que deben utilizarse si es posible para obtener el mejor rendimiento.

torch_xla.amp.syncfree.SGD
torch_xla.amp.syncfree.Adam
torch_xla.amp.syncfree.AdamW
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Estos optimizadores syncfree deben emparejarse con torch_xla.amp.GradScaler para el 
escalado/desescalado de gradientes.

Tip

A partir de PyTorch 1.13.1, el Compilador de entrenamiento de Sagemaker mejora el 
rendimiento al permitir que PyTorch/XLA anule automáticamente los optimizadores 
(como SGD, Adam, AdamW) en torch.optim o transformers.optimization
con sus versiones sin sincronización en torch_xla.amp.syncfree (como
torch_xla.amp.syncfree.SGD, torch_xla.amp.syncfree.Adam,
torch_xla.amp.syncfree.AdamW). No tiene que cambiar las líneas de código en las que 
define los optimizadores en su script de entrenamiento.

TensorFlow

Lleve su propio modelo de TensorFlow a SageMaker y ejecute el trabajo de entrenamiento con el 
compilador de entrenamiento de SageMaker.

Modelos de TensorFlow

El compilador de entrenamiento de Sagemaker optimiza automáticamente las cargas de trabajo de 
entrenamiento de modelos que se crean sobre la API nativa de TensorFlow o la API de alto nivel de 
Keras.

Tip

Para preprocesar el conjunto de datos de entrada, asegúrese de utilizar una forma de 
entrada estática. La forma de entrada dinámica puede iniciar la recompilación del modelo y 
aumentar el tiempo total de entrenamiento.

Uso de Keras (recomendado)

Para obtener la mejor aceleración del compilador, recomendamos usar modelos que sean subclases 
de TensorFlow Keras (tf.Keras.Model).

Para el entrenamiento con una sola GPU

No es necesario realizar ningún cambio adicional en el script de entrenamiento.
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Sin Keras

El compilador de entrenamiento de Sagemaker no admite la ejecución intensiva en TensorFlow. 
En consecuencia, debe encapsular su modelo y sus bucles de entrenamiento con el decorador de 
función de TensorFlow (@tf.function) para aprovechar la aceleración del compilador.

El compilador de entrenamiento de Sagemaker realiza una optimización a nivel de gráfico y usa el 
decorador para asegurarse de que las funciones de TensorFlow estén configuradas para ejecutarse 
en modo gráfico.

Para el entrenamiento con una sola GPU

TensorFlow 2.0 o posterior tiene activada la ejecución rápida de forma predeterminada, por lo que 
debe añadir el decorador de @tf.function delante de cada función que utilice para construir un 
modelo de TensorFlow.

Modelos de TensorFlow con transformadores Hugging Face

Los modelos de TensorFlow con Hugging Face Transformers se basan en la API tf.Keras.Model de 
TensorFlow. Hugging Face Transformers también ofrece clases de modelos previamente entrenadas 
para TensorFlow para ayudar a reducir el esfuerzo de configurar modelos de procesamiento de 
lenguaje natural (NLP). Tras crear su propio script de entrenamiento mediante la biblioteca de 
Transformers, puede ejecutar el script de entrenamiento mediante el estimador HuggingFace
SageMaker con la clase de configuración del SageMaker Training Compiler, tal y como se muestra 
en el tema anterior en Ejecute trabajos TensorFlow de entrenamiento con SageMaker Training 
Compiler.

El compilador de entrenamiento de Sagemaker optimiza automáticamente las cargas de trabajo de 
entrenamiento de modelos que se crean sobre la API nativa de TensorFlow o la API de Keras de alto 
nivel, como los modelos de transformador de TensorFlow.

Tip

Cuando cree un tokenizador para un modelo de PNL con Transformers en su script de 
entrenamiento, asegúrese de utilizar una forma de tensor de entrada estática especificando
padding='max_length'. No utilice padding='longest' porque rellenar la secuencia 
más larga del lote puede cambiar la forma del tensor de cada lote de entrenamiento. La 
forma de entrada dinámica puede iniciar la recompilación del modelo y aumentar el tiempo 
total de entrenamiento. Para obtener más información sobre las opciones de relleno de los 
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tokenizadores de Transformers, consulte Padding and truncation en la documentación de 
Hugging Face Transformers.

Temas

• Uso de Keras

• Sin Keras

Uso de Keras

Para obtener la mejor aceleración del compilador, recomendamos usar modelos que sean subclases 
de TensorFlow Keras (tf.Keras.Model). Como se indica en la página Quick tour de la documentación 
de Hugging Face Transformers, puede usar los modelos como modelos Keras de TensorFlow 
normales.

Para el entrenamiento con una sola GPU

No es necesario realizar ningún cambio adicional en el script de entrenamiento.

Para entrenamiento distribuido

La aceleración del compilador de entrenamiento de Sagemaker funciona de forma transparente para 
cargas de trabajo con varias GPU cuando el modelo se construye y entrena utilizando las API de 
Keras dentro del ámbito de la llamada de tf.distribute.Strategy.scope().

1. Elija la estrategia de entrenamiento distribuida adecuada.

a. En el caso de varias GPU de un solo nodo, utilíice tf.distribute.MirroredStrategy
para establecer la estrategia.

strategy = tf.distribute.MirroredStrategy()

b. En caso de varios nodos y varias GPU, agregue el siguiente código para configurar 
correctamente la configuración de entrenamiento distribuido de TensorFlow antes de crear la 
estrategia.

def set_sm_dist_config(): 
    DEFAULT_PORT = '8890' 
    DEFAULT_CONFIG_FILE = '/opt/ml/input/config/resourceconfig.json' 
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    with open(DEFAULT_CONFIG_FILE) as f: 
        config = json.loads(f.read()) 
        current_host = config['current_host'] 
    tf_config = { 
        'cluster': { 
            'worker': [] 
        }, 
        'task': {'type': 'worker', 'index': -1} 
    } 
    for i, host in enumerate(config['hosts']): 
        tf_config['cluster']['worker'].append("%s:%s" % (host, DEFAULT_PORT)) 
        if current_host == host: 
            tf_config['task']['index'] = i 
    os.environ['TF_CONFIG'] = json.dumps(tf_config)

set_sm_dist_config()

Utilice tf.distribute.MultiWorkerMirroredStrategy para establecer la estrategia.

strategy = tf.distribute.MultiWorkerMirroredStrategy()

2. Usando la estrategia que elija, encapsule el modelo.

with strategy.scope(): 
    # create a model and do fit

Sin Keras

Si quiere crear modelos personalizados con bucles de entrenamiento personalizados con 
TensorFlow sin Keras, debe encapsular el modelo y el ciclo de entrenamiento con el decorador de 
funciones de TensorFlow (@tf.function) para aprovechar la aceleración del compilador.

El compilador de entrenamiento de Sagemaker realiza una optimización a nivel de gráfico y usa el 
decorador para asegurarse de que las funciones de TensorFlow estén configuradas para ejecutarse 
en modo gráfico.

Para el entrenamiento con una sola GPU

TensorFlow 2.0 o posterior tiene activada la ejecución rápida de forma predeterminada, por lo que 
debe añadir el decorador de @tf.function delante de cada función que utilice para construir un 
modelo de TensorFlow.
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Para entrenamiento distribuido

Además de los cambios necesarios para usar Keras para el entrenamiento distribuido, 
debe asegurarse de que las funciones que se ejecutarán en cada GPU estén anotadas con
@tf.function, mientras que las funciones de comunicación entre GPU no estén anotadas. El 
ejemplo deñ código de entrenamiento debería ser como el siguiente:

@tf.function()
def compiled_step(inputs, outputs): 
    with tf.GradientTape() as tape: 
        pred=model(inputs, training=True) 
        total_loss=loss_object(outputs, pred)/args.batch_size 
    gradients=tape.gradient(total_loss, model.trainable_variables) 
    return total_loss, pred, gradients

def train_step(inputs, outputs): 
    total_loss, pred, gradients=compiled_step(inputs, outputs) 
    if args.weight_decay > 0.: 
        gradients=[g+v*args.weight_decay for g,v in zip(gradients, 
 model.trainable_variables)] 

    optimizer.apply_gradients(zip(gradients, model.trainable_variables)) 

    train_loss.update_state(total_loss) 
    train_accuracy.update_state(outputs, pred)

@tf.function()
def train_step_dist(inputs, outputs): 
    strategy.run(train_step, args= (inputs, outputs))

Tenga en cuenta que esta instrucción se puede utilizar tanto para varias GPU de un solo nodo como 
para varias GPU de varios nodos.

Habilite el compilador SageMaker de formación

SageMaker Training Compiler está integrado en el SDK de SageMaker Python y en AWS Deep 
Learning Containers, por lo que no es necesario cambiar los flujos de trabajo para habilitar Training 
Compiler. Elija uno de los siguientes temas que se ajuste a su caso de uso.

Temas

• Ejecute trabajos PyTorch de entrenamiento con SageMaker Training Compiler
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• Ejecute trabajos TensorFlow de entrenamiento con SageMaker Training Compiler

Ejecute trabajos PyTorch de entrenamiento con SageMaker Training Compiler

Puede utilizar cualquiera de las SageMaker interfaces para ejecutar un trabajo de formación con 
SageMaker Training Compiler: Amazon SageMaker Studio Classic, Amazon SageMaker Notebook 
instances yAWS Command Line Interface. AWS SDK for Python (Boto3)

Temas

• Uso del SDK SageMaker de Python

• Uso de la operación de la API SageMaker CreateTrainingJob

Uso del SDK SageMaker de Python

SageMaker Training Compiler for PyTorch está disponible a través de las clases de estimación 
SageMaker PyTorchy HuggingFaceframework. Para activar SageMaker Training Compiler, 
añade el compiler_config parámetro a los estimadores. SageMaker Importe la clase
TrainingCompilerConfig y pase una instancia de ella al parámetro compiler_config. Los 
siguientes ejemplos de código muestran la estructura de las clases de SageMaker estimadores con 
SageMaker Training Compiler activado.

Tip

Para empezar con los modelos prediseñados proporcionados por PyTorch Transformers, 
intenta usar los tamaños de lote que se proporcionan en la tabla de referencia de. Modelos 
probados

Note

El PyTorch soporte nativo está disponible en el SDK de SageMaker Python v2.121.0 
y versiones posteriores. Asegúrese de actualizar el SDK de SageMaker Python en 
consecuencia.
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Note

A partir de la PyTorch versión 1.12.0, están disponibles los contenedores SageMaker 
Training Compiler para ellos. PyTorch Tenga en cuenta que los contenedores SageMaker 
Training Compiler para Hugging Face Transformers no PyTorch vienen preempaquetados. 
Si necesita instalar la biblioteca en el contenedor, asegúrese de añadir el archivo
requirements.txt en el directorio de origen cuando envíe un trabajo de entrenamiento.
Para la PyTorch versión 1.11.0 y anteriores, utilice las versiones anteriores de los 
contenedores SageMaker Training Compiler para Hugging Face y. PyTorch
Para ver una lista completa de las versiones de marco y la información de contenedores 
correspondiente, consulte the section called “Marcos admitidos”.

Para obtener información que se adapte a su caso de uso, consulte una de las siguientes opciones.

Para el entrenamiento con una sola GPU

PyTorch v1.12.0 and later

Para compilar y entrenar un PyTorch modelo, configure un SageMaker PyTorch estimador con 
SageMaker Training Compiler, como se muestra en el siguiente ejemplo de código.

Note

Esta PyTorch compatibilidad nativa está disponible en el SDK de SageMaker Python 
v2.120.0 y versiones posteriores. Asegúrese de actualizar el SDK de SageMaker Python.

from sagemaker.pytorch import PyTorch, TrainingCompilerConfig

# the original max batch size that can fit into GPU memory without compiler
batch_size_native=12
learning_rate_native=float('5e-5')

# an updated max batch size that can fit into GPU memory with compiler
batch_size=64

# update learning rate
learning_rate=learning_rate_native/batch_size_native*batch_size
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hyperparameters={ 
    "n_gpus": 1, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

pytorch_estimator=PyTorch( 
    entry_point='train.py', 
    source_dir='path-to-requirements-file', # Optional. Add this if need to install 
 additional packages. 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
    framework_version='1.13.1', 
    py_version='py3', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

pytorch_estimator.fit()

Hugging Face Transformers with PyTorch v1.11.0 and before

Para compilar y entrenar un modelo de transformador PyTorch, configura un estimador 
SageMaker Hugging Face SageMaker con Training Compiler como se muestra en el siguiente 
ejemplo de código.

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# the original max batch size that can fit into GPU memory without compiler
batch_size_native=12
learning_rate_native=float('5e-5')

# an updated max batch size that can fit into GPU memory with compiler
batch_size=64

# update learning rate
learning_rate=learning_rate_native/batch_size_native*batch_size

hyperparameters={ 
    "n_gpus": 1, 
    "batch_size": batch_size, 
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    "learning_rate": learning_rate
}

pytorch_huggingface_estimator=HuggingFace( 
    entry_point='train.py', 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
    transformers_version='4.21.1', 
    pytorch_version='1.11.0', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

pytorch_huggingface_estimator.fit()

Para preparar su script de entrenamiento, consulte las siguientes páginas.

• Para el entrenamiento con una sola GPUde un PyTorch modelo que utiliza la API Trainer de 
Hugging Face Transformers

• Para el entrenamiento con una sola GPUde un PyTorch modelo sin la API Trainer de Hugging 
Face Transformers

Para encontrar end-to-end ejemplos, consulte los siguientes cuadernos:

• Compilar y entrenar un modelo de Hugging Face Transformers Trainer para hacer preguntas y 
respuestas con el conjunto de datos SQuad

• Compila y entrena un modelo de Hugging Face BERT Transformer con el conjunto SageMaker 
de datos SST mediante Training Compiler

• Compila y entrena un modelo de entrenamiento de clasificación binaria con el conjunto de 
datos SST2 para el entrenamiento con un solo nodo y una sola GPU
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Para entrenamiento distribuido

PyTorch v1.12

Para la PyTorch versión 1.12, puede ejecutar un entrenamiento distribuido con SageMaker 
Training Compiler agregando la pytorch_xla opción especificada al parámetro de la clase 
estimadora. distribution SageMaker PyTorch

Note

Esta PyTorch compatibilidad nativa está disponible en el SDK de SageMaker Python 
v2.121.0 y versiones posteriores. Asegúrese de actualizar el SDK de SageMaker Python.

from sagemaker.pytorch import PyTorch, TrainingCompilerConfig

# choose an instance type, specify the number of instances you want to use,
# and set the num_gpus variable the number of GPUs per instance.
instance_count=1
instance_type='ml.p3.8xlarge'
num_gpus=4

# the original max batch size that can fit to GPU memory without compiler
batch_size_native=16
learning_rate_native=float('5e-5')

# an updated max batch size that can fit to GPU memory with compiler
batch_size=26

# update learning rate
learning_rate=learning_rate_native/
batch_size_native*batch_size*num_gpus*instance_count

hyperparameters={ 
    "n_gpus": num_gpus, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

pytorch_estimator=PyTorch( 
    entry_point='your_training_script.py', 
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    source_dir='path-to-requirements-file', # Optional. Add this if need to install 
 additional packages. 
    instance_count=instance_count, 
    instance_type=instance_type, 
    framework_version='1.13.1', 
    py_version='py3', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    distribution ={'pytorchxla' : { 'enabled': True }}, 
    disable_profiler=True, 
    debugger_hook_config=False
)

pytorch_estimator.fit()

Tip

Para preparar el script de entrenamiento, consulte PyTorch

Transformers v4.21 with PyTorch v1.11

Para la PyTorch versión 1.11 y versiones posteriores, SageMaker Training Compiler está 
disponible para el entrenamiento distribuido con la pytorch_xla opción especificada en el 
parámetro. distribution

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# choose an instance type, specify the number of instances you want to use,
# and set the num_gpus variable the number of GPUs per instance.
instance_count=1
instance_type='ml.p3.8xlarge'
num_gpus=4

# the original max batch size that can fit to GPU memory without compiler
batch_size_native=16
learning_rate_native=float('5e-5')

# an updated max batch size that can fit to GPU memory with compiler
batch_size=26

# update learning rate
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learning_rate=learning_rate_native/
batch_size_native*batch_size*num_gpus*instance_count

hyperparameters={ 
    "n_gpus": num_gpus, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

pytorch_huggingface_estimator=HuggingFace( 
    entry_point='your_training_script.py', 
    instance_count=instance_count, 
    instance_type=instance_type, 
    transformers_version='4.21.1', 
    pytorch_version='1.11.0', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    distribution ={'pytorchxla' : { 'enabled': True }}, 
    disable_profiler=True, 
    debugger_hook_config=False
)

pytorch_huggingface_estimator.fit()

Tip

Para preparar su script de entrenamiento, consulte las siguientes páginas.

• Para entrenamiento distribuidode un PyTorch modelo que utiliza la API Trainer de 
Hugging Face Transformers

• Para entrenamiento distribuidode un PyTorch modelo sin la API Trainer de Hugging 
Face Transformers

Transformers v4.17 with PyTorch v1.10.2 and before

Para la versión compatible de la PyTorch v1.10.2 y anteriores, SageMaker Training Compiler 
requiere un mecanismo alternativo para lanzar un trabajo de formación distribuido. Para ejecutar 
una formación distribuida, SageMaker Training Compiler requiere que pases un guion de inicio de 
formación SageMaker distribuido al entry_point argumento y que pases el guion de formación 
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al argumento. hyperparameters El siguiente ejemplo de código muestra cómo configurar un 
estimador de SageMaker Hugging Face aplicando los cambios necesarios.

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# choose an instance type, specify the number of instances you want to use,
# and set the num_gpus variable the number of GPUs per instance.
instance_count=1
instance_type='ml.p3.8xlarge'
num_gpus=4

# the original max batch size that can fit to GPU memory without compiler
batch_size_native=16
learning_rate_native=float('5e-5')

# an updated max batch size that can fit to GPU memory with compiler
batch_size=26

# update learning rate
learning_rate=learning_rate_native/
batch_size_native*batch_size*num_gpus*instance_count

training_script="your_training_script.py"

hyperparameters={ 
    "n_gpus": num_gpus, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate, 
    "training_script": training_script     # Specify the file name of your training 
 script.
}

pytorch_huggingface_estimator=HuggingFace( 
    entry_point='distributed_training_launcher.py',    # Specify the distributed 
 training launcher script. 
    instance_count=instance_count, 
    instance_type=instance_type, 
    transformers_version='4.17.0', 
    pytorch_version='1.10.2', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
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)

pytorch_huggingface_estimator.fit()

El script del lanzador debe tener el aspecto siguiente: Encapsula el script de entrenamiento 
y configura el entorno de entrenamiento distribuido en función del tamaño de la instancia de 
entrenamiento que elija.

# distributed_training_launcher.py

#!/bin/python

import subprocess
import sys

if __name__ == "__main__": 
    arguments_command = " ".join([arg for arg in sys.argv[1:]]) 
    """ 
    The following line takes care of setting up an inter-node communication 
    as well as managing intra-node workers for each GPU. 
    """ 
    subprocess.check_call("python -m torch_xla.distributed.sm_dist " + 
 arguments_command, shell=True)

Tip

Para preparar su script de entrenamiento, consulte las siguientes páginas.

• Para entrenamiento distribuidode un PyTorch modelo que utiliza la API Trainer de 
Hugging Face Transformers

• Para entrenamiento distribuidode un PyTorch modelo sin la API Trainer de Hugging 
Face Transformers

Tip

Para encontrar end-to-end ejemplos, consulte los siguientes cuadernos:

• Compilar y entrenar el modelo GPT2 mediante la API Transformers Trainer y el 
conjunto de datos SST2 para el entrenamiento con un solo nodo y varias GPU
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• Compilar y entrenar el modelo GPT2 mediante la API Transformers Trainer y el 
conjunto de datos SST2 para el entrenamiento con un varios nodos y varias GPU

La siguiente lista es el conjunto mínimo de parámetros necesarios para ejecutar un trabajo de 
SageMaker formación con el compilador.

Note

Cuando utilice el estimador SageMaker Hugging Face, debe especificar
transformers_version los parámetros, pytorch_versionhyperparameters,
compiler_config y para SageMaker habilitar Training Compiler. No puede utilizar
image_uri para especificar manualmente los contenedores de aprendizaje profundo 
integrados en el Compilador de entrenamiento que aparecen en Marcos admitidos.

• entry_point (str): obligatorio. Especifique el nombre de archivo de su script de entrenamiento.

Note

Para ejecutar un entrenamiento distribuido con SageMaker Training Compiler y versiones 
anteriores, especifique PyTorch el nombre de archivo de un script de inicio para 
este parámetro. El script de inicio debe estar preparado para encapsular el script de 
entrenamiento y configurar el entorno de entrenamiento distribuido. Para obtener más 
información, consulte los ejemplos de cuadernos siguientes:

• Compilar y entrenar el modelo GPT2 mediante la API Transformers Trainer y el conjunto 
de datos SST2 para el entrenamiento con un solo nodo y varias GPU

• Compilar y entrenar el modelo GPT2 mediante la API Transformers Trainer y el conjunto 
de datos SST2 para el entrenamiento con un varios nodos y varias GPU

• source_dir(str): opcional. Añada esto si necesita instalar paquetes adicionales. Para instalar 
paquetes, debe preparar un archivo requirements.txt en este directorio.

• instance_count (int): obligatorio. Especifique el número de instancias.

• instance_type (str): obligatorio. Especifique el tipo de instancia.
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• transformers_version(str) — Necesario solo cuando se utiliza el SageMaker estimador 
Hugging Face. Especifique la versión de la biblioteca Hugging Face Transformers compatible con 
SageMaker Training Compiler. Para buscar las versiones disponibles, consulte Marcos admitidos.

• framework_version or pytorch_version (str): obligatorio. Especifique la PyTorch versión 
compatible con Training Compiler SageMaker . Para buscar las versiones disponibles, consulte
Marcos admitidos.

Note

Cuando utilices el estimador SageMaker Hugging Face, debes especificar tanto como.
transformers_version pytorch_version

• hyperparameters (dict): opcional. Especifique los hiperparámetros para el trabajo de 
entrenamiento, como n_gpus, batch_size y learning_rate. Cuando habilites SageMaker 
Training Compiler, prueba con lotes más grandes y ajusta la tasa de aprendizaje en consecuencia. 
Para encontrar casos prácticos sobre el uso del compilador y los tamaños de lote ajustados 
para mejorar la velocidad de entrenamiento, consulte the section called “Modelos probados” y
SageMaker Ejemplos de cuadernos y blogs de Training Compiler.

Note

Para ejecutar una formación distribuida con SageMaker Training Compiler y la PyTorch 
versión 1.10.2 y versiones anteriores, debe añadir un parámetro adicional para especificar 
el guion de formación"training_script", tal y como se muestra en el ejemplo de 
código anterior.

• compiler_config(TrainingCompilerConfig objeto): necesario para activar SageMaker Training 
Compiler. Incluya este parámetro para activar SageMaker Training Compiler. A continuación se 
incluyen los parámetros para la clase TrainingCompilerConfig.

• enabled (bool): opcional. Especifique True o False active o desactive SageMaker Training 
Compiler. El valor predeterminado es True.

• debug (bool): opcional. Para recibir registros de entrenamiento más detallados de sus trabajos 
de entrenamiento acelerados por el compilador, cámbielo a True. Sin embargo, el registro 
adicional podría añadir una sobrecarga y ralentizar el trabajo de entrenamiento compilado. El 
valor predeterminado es False.
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• distribution (dict): opcional. Para ejecutar un trabajo de formación distribuido con SageMaker 
Training Compiler, añada. distribution = { 'pytorchxla' : { 'enabled': True }}

Warning

Si activas SageMaker Debugger, podría afectar al rendimiento de SageMaker Training 
Compiler. Te recomendamos que desactives Debugger cuando ejecutes SageMaker 
Training Compiler para asegurarte de que esto no afecte al rendimiento. Para obtener 
más información, consulte the section called “Consideraciones”. Para desactivar las 
funcionalidades del Depurador, añada los dos argumentos siguientes al estimador:

disable_profiler=True,
debugger_hook_config=False

Si el trabajo de entrenamiento con el compilador se ha iniciado correctamente, recibirá los siguientes 
registros durante la fase de inicialización del trabajo:

• Con TrainingCompilerConfig(debug=False)

Found configuration for Training Compiler
Configuring SM Training Compiler...

• Con TrainingCompilerConfig(debug=True)

Found configuration for Training Compiler
Configuring SM Training Compiler...
Training Compiler set to debug mode

Uso de la operación de la API SageMaker CreateTrainingJob

SageMaker Las opciones de configuración del compilador de entrenamiento deben especificarse 
mediante el HyperParameters campo AlgorithmSpecification y de la sintaxis de la solicitud 
para la operación de la CreateTrainingJobAPI.

"AlgorithmSpecification": { 
    "TrainingImage": "<sagemaker-training-compiler-enabled-dlc-image>"
},
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"HyperParameters": { 
    "sagemaker_training_compiler_enabled": "true", 
    "sagemaker_training_compiler_debug_mode": "false", 
    "sagemaker_pytorch_xla_multi_worker_enabled": "false"    // set to "true" for 
 distributed training
}

Para obtener una lista completa de los URI de imágenes de contenedores de aprendizaje profundo 
que tienen implementado SageMaker Training Compiler, consulte. Marcos admitidos

Ejecute trabajos TensorFlow de entrenamiento con SageMaker Training Compiler

Puede utilizar cualquiera de las SageMaker interfaces para ejecutar un trabajo de formación con 
SageMaker Training Compiler: Amazon SageMaker Studio Classic, Amazon SageMaker Notebook 
instances yAWS Command Line Interface. AWS SDK for Python (Boto3)

Temas

• Uso del SDK SageMaker de Python

• Uso del SDK de SageMaker Python y Extending SageMaker Framework Deep Learning Containers

• Habilite el compilador de SageMaker entrenamiento mediante la operación API SageMaker 
CreateTrainingJob

Uso del SDK SageMaker de Python

Para activar SageMaker Training Compiler, añade el compiler_config parámetro al estimador 
SageMaker TensorFlow o Hugging Face. Importe la clase TrainingCompilerConfig y pase una 
instancia de ella al parámetro compiler_config. Los siguientes ejemplos de código muestran la 
estructura de las clases del SageMaker estimador con Training Compiler activado. SageMaker

Tip

Para empezar con los modelos prediseñados proporcionados por las bibliotecas TensorFlow 
y Transformers, intente utilizar los tamaños de lote que se proporcionan en la tabla de 
referencia de. Modelos probados
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Note

SageMaker Training Compiler for TensorFlow está disponible a través de los estimadores del 
marco Hugging Face SageMaker TensorFlowy Hugging Face.

Para obtener información que se adapte a su caso de uso, consulte una de las siguientes opciones.

Para el entrenamiento con una sola GPU

TensorFlow

from sagemaker.tensorflow import TensorFlow, TrainingCompilerConfig

# the original max batch size that can fit into GPU memory without compiler
batch_size_native=12
learning_rate_native=float('5e-5')

# an updated max batch size that can fit into GPU memory with compiler
batch_size=64    

# update the global learning rate
learning_rate=learning_rate_native/batch_size_native*batch_size

hyperparameters={ 
    "n_gpus": 1, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

tensorflow_estimator=TensorFlow( 
    entry_point='train.py', 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
    framework_version='2.9.1', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

tensorflow_estimator.fit()
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Para preparar su script de entrenamiento, consulte las siguientes páginas.

• Para el entrenamiento con una sola GPUde un modelo construido con TensorFlow Keras ().
tf.keras.*

• Para el entrenamiento con una sola GPUde un modelo construido con TensorFlow módulos 
(tf.*excluidos los módulos de TensorFlow Keras).

Hugging Face Estimator with TensorFlow

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# the original max batch size that can fit into GPU memory without compiler
batch_size_native=12
learning_rate_native=float('5e-5')

# an updated max batch size that can fit into GPU memory with compiler
batch_size=64

# update the global learning rate
learning_rate=learning_rate_native/batch_size_native*batch_size

hyperparameters={ 
    "n_gpus": 1, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

tensorflow_huggingface_estimator=HuggingFace( 
    entry_point='train.py', 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
    transformers_version='4.21.1', 
    tensorflow_version='2.6.3', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

tensorflow_huggingface_estimator.fit()

Para preparar su script de entrenamiento, consulte las siguientes páginas.
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• Para el entrenamiento con una sola GPUde un modelo TensorFlow Keras con Hugging Face 
Transformers

• Para el entrenamiento con una sola GPUde una TensorFlow modelo con Hugging Face 
Transformers

Para entrenamiento distribuido

Hugging Face Estimator with TensorFlow

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# choose an instance type, specify the number of instances you want to use,
# and set the num_gpus variable the number of GPUs per instance.
instance_count=1
instance_type='ml.p3.8xlarge'
num_gpus=4

# the original max batch size that can fit to GPU memory without compiler
batch_size_native=16
learning_rate_native=float('5e-5')

# an updated max batch size that can fit to GPU memory with compiler
batch_size=26

# update learning rate
learning_rate=learning_rate_native/
batch_size_native*batch_size*num_gpus*instance_count

hyperparameters={ 
    "n_gpus": num_gpus, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

tensorflow_huggingface_estimator=HuggingFace( 
    entry_point='train.py', 
    instance_count=instance_count, 
    instance_type=instance_type, 
    transformers_version='4.21.1', 
    tensorflow_version='2.6.3', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
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    disable_profiler=True, 
    debugger_hook_config=False
)

tensorflow_huggingface_estimator.fit()

Tip

Para preparar su script de entrenamiento, consulte las siguientes páginas.

• Para entrenamiento distribuidode un modelo TensorFlow Keras con Hugging Face 
Transformers

• Para entrenamiento distribuidode una TensorFlow modelo con Hugging Face 
Transformers

La siguiente lista es el conjunto mínimo de parámetros necesarios para ejecutar un trabajo de 
SageMaker formación con el compilador.

Note

Cuando utilice el estimador SageMaker Hugging Face, debe especificar
transformers_version los parámetros, tensorflow_versionhyperparameters,
compiler_config y para SageMaker habilitar Training Compiler. No puede utilizar
image_uri para especificar manualmente los contenedores de aprendizaje profundo 
integrados en el Compilador de entrenamiento que aparecen en Marcos admitidos.

• entry_point (str): obligatorio. Especifique el nombre de archivo de su script de entrenamiento.

• instance_count (int): obligatorio. Especifique el número de instancias.

• instance_type (str): obligatorio. Especifique el tipo de instancia.

• transformers_version(str) — Necesario solo cuando se utiliza el SageMaker estimador 
Hugging Face. Especifique la versión de la biblioteca Hugging Face Transformers compatible con 
SageMaker Training Compiler. Para buscar las versiones disponibles, consulte Marcos admitidos.

• framework_version or tensorflow_version (str): obligatorio. Especifique la TensorFlow 
versión compatible con Training Compiler SageMaker . Para buscar las versiones disponibles, 
consulte Marcos admitidos.
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Note

Al utilizar el SageMaker TensorFlow estimador, debe especificarlo. framework_version
Cuando utilices el estimador SageMaker Hugging Face, debes especificar tanto como.
transformers_version tensorflow_version

• hyperparameters (dict): opcional. Especifique los hiperparámetros para el trabajo de 
entrenamiento, como n_gpus, batch_size y learning_rate. Cuando habilites SageMaker 
Training Compiler, prueba con lotes más grandes y ajusta la tasa de aprendizaje en consecuencia. 
Para encontrar casos prácticos sobre el uso del compilador y los tamaños de lote ajustados 
para mejorar la velocidad de entrenamiento, consulte the section called “Modelos probados” y
SageMaker Ejemplos de cuadernos y blogs de Training Compiler.

• compiler_config(TrainingCompilerConfig objeto): obligatorio. Incluya este parámetro para 
activar SageMaker Training Compiler. A continuación se incluyen los parámetros para la clase
TrainingCompilerConfig.

• enabled (bool): opcional. Especifique True o False active o desactive SageMaker Training 
Compiler. El valor predeterminado es True.

• debug (bool): opcional. Para recibir registros de entrenamiento más detallados de sus trabajos 
de entrenamiento acelerados por el compilador, cámbielo a True. Sin embargo, el registro 
adicional podría añadir una sobrecarga y ralentizar el trabajo de entrenamiento compilado. El 
valor predeterminado es False.

Warning

Si activas SageMaker Debugger, esto podría afectar al rendimiento de SageMaker Training 
Compiler. Te recomendamos que desactives Debugger cuando ejecutes SageMaker 
Training Compiler para asegurarte de que esto no afecte al rendimiento. Para obtener 
más información, consulte the section called “Consideraciones”. Para desactivar las 
funcionalidades del Depurador, añada los dos argumentos siguientes al estimador:

disable_profiler=True,
debugger_hook_config=False
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Si el trabajo de entrenamiento con el compilador se ha iniciado correctamente, recibirá los siguientes 
registros durante la fase de inicialización del trabajo:

• Con TrainingCompilerConfig(debug=False)

Found configuration for Training Compiler
Configuring SM Training Compiler...

• Con TrainingCompilerConfig(debug=True)

Found configuration for Training Compiler
Configuring SM Training Compiler...
Training Compiler set to debug mode

Uso del SDK de SageMaker Python y Extending SageMaker Framework Deep Learning Containers

AWSLas versiones adaptadas de Deep Learning Containers (DLC) para TensorFlow su uso incluyen 
cambios en el marco de código abierto TensorFlow . TensorFlow Los Deep Learning Containers de 
SageMaker Framework están optimizados para la AWS infraestructura subyacente y para Amazon 
SageMaker. Con la ventaja de utilizar los DLC, la integración con SageMaker Training Compiler 
añade más mejoras de rendimiento en comparación con la versión nativa. TensorFlow Además, 
puede crear un contenedor de entrenamiento personalizado ampliando la imagen del DLC.

Note

Actualmente, esta función de personalización de Docker solo está disponible para. 
TensorFlow

Para ampliar y personalizar los SageMaker TensorFlow DLC para su caso de uso, siga las siguientes 
instrucciones.

Cree un archivo Dockerfile.

Usa la siguiente plantilla de Dockerfile para ampliar el DLC. SageMaker TensorFlow Debes 
usar la imagen del SageMaker TensorFlow DLC como imagen base del contenedor de Docker.
Para encontrar los URI de las imágenes del SageMaker TensorFlow DLC, consulta los marcos 
compatibles.
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# SageMaker TensorFlow Deep Learning Container image
FROM 763104351884.dkr.ecr.<aws-region>.amazonaws.com/tensorflow-training:<image-tag>

ENV PATH="/opt/ml/code:${PATH}"

# This environment variable is used by the SageMaker container  
# to determine user code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

# Add more code lines to customize for your use-case
...

Para obtener más información, consulte Paso 2: Crear y cargar los scripts de entrenamiento de 
Dockerfile y Python.

Ten en cuenta los siguientes inconvenientes a la hora de ampliar SageMaker los DLC de Framework:

• No desinstales ni cambies de forma explícita la versión de los TensorFlow paquetes en SageMaker 
los contenedores. Si lo hace, los TensorFlow paquetes AWS optimizados se sobrescriban por 
TensorFlow paquetes de código abierto, lo que podría provocar una degradación del rendimiento.

• Tenga cuidado con los paquetes que tengan una TensorFlow versión o variante en particular como 
dependencia. Estos paquetes pueden desinstalar implícitamente los paquetes AWS optimizados 
TensorFlow e instalar los paquetes de código abierto TensorFlow .

Por ejemplo, existe un problema conocido por el que las bibliotecas tensorflow/models y tensorflow/
text siempre intentan reinstalar el código abierto. TensorFlow Si necesitas instalar estas bibliotecas 
para elegir una versión específica para tu caso de uso, te recomendamos que consultes el DLC 
Dockerfiles para la versión 2.9 o posterior. SageMaker TensorFlow Las rutas a los Dockerfiles 
suelen tener el siguiente formato: tensorflow/training/docker/<tensorflow-version>/
py3/<cuda-version>/Dockerfile.gpu. En los Dockerfiles, encontrarás las líneas de código 
para reinstalar los TensorFlow binarios AWS gestionados (especificados en la variable de TF_URL
entorno) y otras dependencias en orden. La sección de reinstalación debe ser similar a la siguiente 
especificación de ejemplo:

# tf-models does not respect existing installations of TensorFlow  
# and always installs open source TensorFlow

RUN pip3 install --no-cache-dir -U \ 
    tf-models-official==x.y.z
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RUN pip3 uninstall -y tensorflow tensorflow-gpu \ 
  ; pip3 install --no-cache-dir -U \ 
    ${TF_URL} \ 
    tensorflow-io==x.y.z \ 
    tensorflow-datasets==x.y.z

Compilar e insertar en ECR

Para compilar e insertar el contenedor de Docker en Amazon ECR, siga las instrucciones de los 
siguientes enlaces:

• Paso 3: Compilar el contenedor

• Paso 4: Probar el contenedor

• Paso 5: Insertar el contenedor en Amazon ECR

Ejecute con el estimador del SDK de SageMaker Python

Utilice el estimador de SageMaker TensorFlow marcos como de costumbre. Debe especificar
image_uri para usar el nuevo contenedor alojado en Amazon ECR.

import sagemaker, boto3
from sagemaker import get_execution_role
from sagemaker.tensorflow import TensorFlow, TrainingCompilerConfig

account_id = boto3.client('sts').get_caller_identity().get('Account')
ecr_repository = 'tf-custom-container-test'
tag = ':latest'

region = boto3.session.Session().region_name

uri_suffix = 'amazonaws.com'

byoc_image_uri = '{}.dkr.ecr.{}.{}/{}'.format( 
    account_id, region, uri_suffix, ecr_repository + tag
)

byoc_image_uri
# This should return something like
# 111122223333.dkr.ecr.us-east-2.amazonaws.com/tf-custom-container-test:latest

Habilite Compilador de entrenamiento 4044

https://docs.aws.amazon.com/sagemaker/latest/dg/adapt-training-container.html#byoc-training-step3
https://docs.aws.amazon.com/sagemaker/latest/dg/adapt-training-container.html#byoc-training-step4
https://docs.aws.amazon.com/sagemaker/latest/dg/adapt-training-container.html#byoc-training-step5


Amazon SageMaker Guía para desarrolladores

estimator = TensorFlow( 
    image_uri=image_uri, 
    role=get_execution_role(), 
    base_job_name='tf-custom-container-test-job', 
    instance_count=1, 
    instance_type='ml.p3.8xlarge' 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

# Start training
estimator.fit()

Habilite el compilador de SageMaker entrenamiento mediante la operación API SageMaker
CreateTrainingJob

SageMaker Las opciones de configuración del compilador de entrenamiento deben especificarse 
mediante el HyperParameters campo AlgorithmSpecification y de la sintaxis de la solicitud 
para la operación de la CreateTrainingJobAPI.

"AlgorithmSpecification": { 
    "TrainingImage": "<sagemaker-training-compiler-enabled-dlc-image>"
},

"HyperParameters": { 
    "sagemaker_training_compiler_enabled": "true", 
    "sagemaker_training_compiler_debug_mode": "false"
}

Para obtener una lista completa de los URI de imágenes de contenedores de aprendizaje profundo 
que tienen implementado SageMaker Training Compiler, consulte. Marcos admitidos

SageMaker Ejemplos de cuadernos y blogs de Training Compiler

Los siguientes blogs, estudios de casos y cuadernos proporcionan ejemplos de cómo implementar 
SageMaker Training Compiler.

Los cuadernos de ejemplos se encuentran en el  GitHub repositorio de SageMaker ejemplos y 
también puede consultarlos en el SageMaker sitio web de ejemplos.
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Blogs y casos prácticos

En los siguientes blogs se analizan casos prácticos sobre el uso de SageMaker Training Compiler.

• Nuevo: presentamos SageMaker Training Compiler

• Puesta a punto del BERT de Hugging Face Transformers con Amazon Training Compiler 
SageMaker

• Acelera los trabajos de entrenamiento de Hugging Face hasta AWS en un 50% SageMaker con 
Training Compiler

Ejemplos de cuadernos

Para ver ejemplos del uso de SageMaker Training Compiler, consulta la página Training Compiler en 
el sitio web Amazon SageMaker Example Read the Docs.

SageMaker Mejores prácticas y consideraciones sobre Training Compiler

Revise las siguientes prácticas recomendadas y consideraciones al utilizar SageMaker Training 
Compiler.

Prácticas recomendadas

Utilice las siguientes pautas para lograr los mejores resultados cuando ejecute trabajos de formación 
con Training SageMaker Compiler.

Prácticas recomendadas generales

• Asegúrese de utilizar una de Tipos de instancias admitidos y Modelos probados.

• Cuando cree un tokenizador para un modelo de PNL con la biblioteca Hugging Face Transformers 
de su script de entrenamiento, asegúrese de utilizar una forma de tensor de entrada estática 
especificando padding='max_length'. No utilice padding='longest' porque rellenar la 
secuencia más larga del lote puede cambiar la forma del tensor de cada lote de entrenamiento. 
La forma de entrada dinámica puede iniciar la recompilación del modelo y aumentar el tiempo 
total de entrenamiento. Para obtener más información sobre las opciones de relleno de los 
tokenizadores de Transformers, consulte Padding and truncation en la documentación de Hugging 
Face Transformers.

• Mida el uso de la memoria de la GPU para asegurarse de que utiliza el tamaño de lote máximo 
que cabe en la memoria de la GPU. Amazon SageMaker Training Compiler reduce el consumo de 
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memoria del modelo durante el entrenamiento, lo que normalmente le permite incluir una memoria 
más grande batch_size en la GPU. El uso de un batch_size más grande da como resultado 
un mejor uso de la GPU y reduce el tiempo total de entrenamiento.

Al ajustar el tamaño del lote, también hay que ajustar learning_rate adecuadamente. Por 
ejemplo, si aumentaste el tamaño del lote en un factor de k, tendrá que ajustar learning_rate
linealmente (multiplicación simple por k) o multiplicar por la raíz cuadrada de k. Esto es para 
lograr un comportamiento de convergencia igual o similar en el reducido tiempo de entrenamiento. 
Para obtener una referencia sobre los modelos batch_size probados para los más populares, 
consulte Modelos probados.

• Para depurar el trabajo de entrenamiento acelerado por el compilador, active la marca debug en 
el parámetro compiler_config. Esto permite SageMaker colocar los registros de depuración en 
los registros de trabajos SageMaker de entrenamiento.

huggingface_estimator=HuggingFace( 
    ... 
    compiler_config=TrainingCompilerConfig(debug=True)
)

Tenga en cuenta que si habilita la depuración completa del trabajo de entrenamiento con el 
compilador, esto podría suponer una sobrecarga.

Mejores prácticas para PyTorch

• Si trae un PyTorch modelo y quiere comprobarlo, asegúrese de utilizar la función de 
guardado de modelos de PyTorch /XLA para comprobar correctamente su modelo. 
Para obtener más información sobre la función, consulte la documentación de los
torch_xla.core.xla_model.savedispositivos PyTorch XLA.

Para obtener información sobre cómo añadir las modificaciones al PyTorch script, 
consulteGrandes modelos lingüísticos utilizando PyTorch directamente (sin la API Hugging Face 
Transformers Trainer).

Para obtener más información sobre la aplicación real del uso de la función de guardar modelos, 
consulte el blog de formación Checkpoint Writing and Loading in the Hugging Face on PyTorch /
XLA TPU: Faster and cheaper.

• Para lograr el tiempo de entrenamiento más óptimo para un entrenamiento distribuido, tenga en 
cuenta lo siguiente.
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• Use instancias con varias GPU en lugar de usar instancias de una sola GPU. Por ejemplo, 
una sola instancia ml.p3dn.24xlarge tiene un tiempo de entrenamiento más rápido en 
comparación con 8 instancias ml.p3.2xlarge.

• Use instancias compatibles con EFA, como ml.p3dn.24xlarge y ml.p4d.24xlarge. Estos 
tipos de instancias tienen una velocidad de red acelerada y reducen el tiempo de entrenamiento.

• Ajuste el parámetro preprocessing_num_workers de los conjuntos de datos para que el 
entrenamiento del modelo no se retrase debido a la lentitud del preprocesamiento.

Consideraciones

Tenga en cuenta lo siguiente cuando utilice Training Compiler. SageMaker

Degradación del rendimiento debido al registro, los puntos de control y la creación de perfiles

• Evite registrar, comprobar y perfilar los tensores del modelo que conducen a evaluaciones 
explícitas. Para entender qué es una evaluación explícita, considere el siguiente ejemplo de 
compilación de código.

a = b+c
e = a+d

Un compilador interpreta el código de la siguiente manera y reduce el consumo de memoria de la 
variable a:

e = b+c+d

Consideremos ahora el siguiente caso en el que se cambia el código para añadir una función de 
impresión para la variable a.

a = b+c
e = a+d
print(a)

El compilador realiza una evaluación explícita de la variable a de la siguiente manera.

e = b+c+d
a = b+c    # Explicit evaluation
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print(a)

Por ejemplo PyTorch, evite usar torch.tensor.items (), ya que podría introducir evaluaciones 
explícitas. En el aprendizaje profundo, estas evaluaciones explícitas pueden provocar una 
sobrecarga porque rompen las operaciones combinadas en un gráfico de compilación de un 
modelo y conducen al recálculo de los tensores.

Si quieres seguir evaluando periódicamente el modelo durante el entrenamiento mientras usas 
SageMaker Training Compiler, te recomendamos registrarlo y comprobarlo con una frecuencia 
menor para reducir la sobrecarga que supone realizar evaluaciones explícitas. Por ejemplo, 
registre cada 10 fechas de inicio en lugar de cada fecha de inicio.

• La compilación de gráficos se ejecuta durante los primeros pasos del entrenamiento. Como 
resultado, se espera que los primeros pasos sean excepcionalmente lentos. Sin embargo, se trata 
de un coste de compilación único y se puede amortizar mediante una entrenamiento de mayor 
duración, ya que la compilación agiliza los pasos futuros. La sobrecarga de compilación inicial 
depende del tamaño del modelo, el tamaño de los tensores de entrada y la distribución de las 
formas de los tensores de entrada.

Uso incorrecto de las API PyTorch /XLA cuando se utilizan directamente PyTorch

PyTorch/XLA define un conjunto de API para reemplazar algunas de las API de formación existentes. 
PyTorch Si no se utilizan correctamente, el PyTorch entrenamiento fracasa.

• Uno de los errores más comunes a la hora de compilar un PyTorch modelo se debe a un tipo de 
dispositivo incorrecto para los operadores y los tensores. Para compilar correctamente un PyTorch 
modelo, asegúrese de utilizar dispositivos XLA (xm.xla_device()) en lugar de utilizar CUDA o 
mezclar dispositivos CUDA y dispositivos XLA.

• mark_step() es una barrera solo para XLA. Si no se configura correctamente, se interrumpe un 
trabajo de entrenamiento.

• PyTorch/XLA proporciona API de entrenamiento distribuidas adicionales. Si no se programan las 
API correctamente, los gradientes se recopilan de forma incorrecta, lo que provoca un error de 
convergencia en el entrenamiento.

Para configurar correctamente el PyTorch script y evitar los usos incorrectos de la API antes 
mencionados, consulte. Grandes modelos lingüísticos utilizando PyTorch directamente (sin la API 
Hugging Face Transformers Trainer)
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SageMaker Preguntas frecuentes sobre Training Compiler

Utilice los siguientes elementos de preguntas frecuentes para encontrar respuestas a las preguntas 
más frecuentes sobre SageMaker Training Compiler.

P: ¿Cómo sé que SageMaker Training Compiler funciona?

Si ha iniciado correctamente su trabajo de formación con SageMaker Training Compiler, recibirá los 
siguientes mensajes de registro:

• Con TrainingCompilerConfig(debug=False)

Found configuration for Training Compiler
Configuring SM Training Compiler...

• Con TrainingCompilerConfig(debug=True)

Found configuration for Training Compiler
Configuring SM Training Compiler...
Training Compiler set to debug mode

P: ¿Qué modelos acelera SageMaker Training Compiler?

SageMaker Training Compiler es compatible con los modelos de aprendizaje profundo más 
populares de la biblioteca de transformadores Hugging Face. Con la mayoría de los operadores 
que admite el compilador, estos modelos se pueden entrenar más rápido con Training Compiler. 
SageMaker Los modelos compilables incluyen, entre otros, los siguientes: bert-base-cased,
bert-base-chinese, bert-base-uncased, distilbert-base-uncased, distilbert-
base-uncased-finetuned-sst-2-english, gpt2, roberta-base, roberta-large, t5-
base y xlm-roberta-base. El compilador funciona con la mayoría de los operadores y estructuras 
de datos de DL y puede acelerar muchos otros modelos de DL además de los que se han probado.

P: ¿Qué ocurre si habilito SageMaker Training Compiler con un modelo que no se ha probado?

En el caso de un modelo no probado, es posible que primero deba modificar el script de 
entrenamiento para que sea compatible con SageMaker Training Compiler. Para obtener más 
información, consulte Usar un modelo de aprendizaje profundo propio y siga las instrucciones sobre 
cómo preparar el script de entrenamiento.
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Una vez que haya actualizado el script de entrenamiento, podrá iniciar el trabajo de entrenamiento. 
El compilador procede a compilar el modelo. Sin embargo, es posible que la velocidad de 
entrenamiento no aumente e incluso disminuya en relación con la línea base con un modelo no 
probado. Es posible que tengas que volver a ajustar los parámetros del entrenamiento, por ejemplo,
batch_size y learning_rate para conseguir algún beneficio de aceleración.

Si la compilación del modelo no probado falla, el compilador devuelve un error. Consulte SageMaker 
Solución de problemas con Training Compiler para obtener información detallada sobre los tipos de 
errores y los mensajes de error.

P: ¿Podré conseguir siempre un trabajo de formación más rápido con Training Compiler 
SageMaker ?

No necesariamente. En primer lugar, SageMaker Training Compiler añade algunos gastos de 
compilación antes de poder acelerar el proceso de formación continua. El trabajo de entrenamiento 
optimizado debe durar lo suficiente como para amortizar y compensar esta sobrecarga de 
compilación incremental al principio del trabajo de entrenamiento.

Además, como ocurre con cualquier modelo de proceso de entrenamiento, el entrenamiento con 
parámetros subóptimos puede aumentar el tiempo de entrenamiento. SageMaker Training Compiler 
puede cambiar las características del trabajo de formación, por ejemplo, cambiando el espacio 
de memoria del trabajo. Debido a estas diferencias, es posible que tenga que volver a ajustar los 
parámetros de su trabajo de entrenamiento para acelerar el entrenamiento. Puede encontrar una 
tabla de referencia en la que se especifican los parámetros de mejor rendimiento para los trabajos de 
entrenamiento con distintos tipos y modelos de instancias enModelos probados.

Por último, parte del código de un script de entrenamiento puede añadir una sobrecarga adicional 
o interrumpir el gráfico de cálculo compilado y ralentizar el entrenamiento. Si trabaja con un modelo 
personalizado o no probado, consulte las instrucciones en Prácticas recomendadas para utilizar el 
Compilador de entrenamiento de SageMaker con PyTorch/XLA.

P: ¿Puedo usar siempre un tamaño de lote mayor con SageMaker Training Compiler?

El tamaño del lote aumenta en la mayoría de los casos, pero no en todos. Las optimizaciones 
realizadas por SageMaker Training Compiler pueden cambiar las características de su trabajo de 
formación, como el consumo de memoria. Normalmente, un trabajo del compilador de entrenamiento 
ocupa menos memoria que un trabajo de entrenamiento sin compilar con el marco nativo, lo 
que permite un tamaño de lote mayor durante el entrenamiento. Un tamaño de lote mayor y el 
correspondiente ajuste de la velocidad de aprendizaje aumentan el rendimiento del entrenamiento y 
pueden reducir el tiempo total de entrenamiento.
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Sin embargo, puede haber casos en los que SageMaker Training Compiler aumente el consumo 
de memoria en función de su esquema de optimización. El compilador utiliza un modelo de costes 
analíticos para predecir el programa de ejecución con el coste de ejecución más bajo para cualquier 
operador que haga un uso intensivo de recursos de computación. Este modelo podría encontrar 
una línea de tiempo óptima que aumente el uso de la memoria. En este caso, no podrá aumentar el 
tamaño de los lotes, pero el rendimiento de la muestra es aún mayor.

P: ¿ SageMaker Training Compiler funciona con otras funciones de SageMaker formación, como las 
bibliotecas de formación SageMaker distribuidas y SageMaker Debugger?

SageMaker Actualmente, Training Compiler no es compatible con las bibliotecas SageMaker de 
formación distribuidas.

SageMaker Training Compiler es compatible con SageMaker Debugger, pero Debugger podría 
degradar el rendimiento computacional al aumentar la sobrecarga.

P: ¿ SageMaker Training Compiler admite contenedores personalizados (traiga su propio 
contenedor)?

SageMaker Training Compiler se proporciona a través de AWS Deep Learning Containers y puede 
ampliar un subconjunto de contenedores para personalizarlos según su caso de uso. Training 
Compiler admite los contenedores que provienen de AWS los DLC. SageMaker Para obtener 
más información, consulte Marcos compatibles y Uso del SDK de SageMaker Python y Extending 
SageMaker Framework Deep Learning Containers. Si necesitas más ayuda, ponte en contacto con el 
SageMaker equipo a través de AWSSupport o AWSDeveloper Forums de Amazon SageMaker.

SageMaker Solución de problemas con Training Compiler

Si se produce un error, puede utilizar la siguiente lista para intentar solucionar los problemas del 
trabajo de entrenamiento. Si necesitas más ayuda, ponte en contacto con el SageMaker equipo a 
través de AWSSupport o AWSDeveloper Forums de Amazon SageMaker.

El trabajo de entrenamiento no converge como se esperaba en comparación con el 
trabajo de entrenamiento nativo

Los problemas de convergencia van desde «el modelo no aprende cuando SageMaker Training 
Compiler está activado» hasta «el modelo aprende pero es más lento que el marco nativo». En esta 
guía de solución de problemas, asumimos que la convergencia es correcta sin SageMaker Training 
Compiler (en el marco nativo) y consideramos que esta es la base de referencia.
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Ante estos problemas de convergencia, el primer paso es identificar si el problema se limita a la 
entrenamiento distribuida o si se debe a una entrenamiento con una sola GPU. El entrenamiento 
distribuido con SageMaker Training Compiler es una extensión del entrenamiento con una sola GPU 
con pasos adicionales.

1. Configure un clúster con varias instancias o GPU.

2. Distribuya los datos de entrada a todos los trabajadores.

3. Sincronice las actualizaciones del modelo de todos los trabajadores.

Por lo tanto, cualquier problema de convergencia en la entrenamiento con una sola GPU se propaga 
a la entrenamiento distribuida con varios trabajadores.
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A flow chart to troubleshoot convergence issues in training jobs when using SageMaker Training 
Compiler. Descriptions are in the following sections.

Los problemas de convergencia se producen en el entrenamiento con una sola GPU

Si el problema de convergencia se debe al entrenamiento con una sola GPU, es probable que se 
deba a una configuración incorrecta de los hiperparámetros o de las API torch_xla.

Comprobar los hiperparámetros

El entrenamiento con SageMaker Training Compiler provoca un cambio en el consumo de memoria 
de un modelo. El compilador decide de forma inteligente entre la reutilización y el recálculo, lo que 
provoca el correspondiente aumento o disminución del consumo de memoria. Para aprovechar 
esto, es esencial volver a ajustar el tamaño del lote y los hiperparámetros asociados al migrar un 
trabajo de formación a Training Compiler. SageMaker Sin embargo, los ajustes incorrectos de los 
hiperparámetros suelen provocar oscilaciones, pérdidas de entrenamiento y, posiblemente, una 
convergencia más lenta. En raras ocasiones, los hiperparámetros agresivos pueden provocar que 
el modelo no aprenda (la métrica de pérdida de entrenamiento no disminuye ni devuelve NaN). Para 
identificar si el problema de convergencia se debe a los hiperparámetros, realice una side-by-side 
prueba de dos trabajos de formación con y sin SageMaker Training Compiler manteniendo todos los 
hiperparámetros iguales.

Compruebe si las API torch_xla están configuradas correctamente para el entrenamiento con una 
sola GPU

Si el problema de convergencia persiste con los hiperparámetros de referencia, debe comprobar 
si se ha hecho algún uso incorrecto de las API torch_xla, específicamente de las que se utilizan 
para actualizar el modelo. Básicamente, torch_xla sigue acumulando instrucciones (aplazando 
la ejecución) en forma de gráfico hasta que se le indique explícitamente que ejecute el gráfico 
acumulado. La función torch_xla.core.xla_model.mark_step() facilita la ejecución del 
gráfica acumulado. La ejecución del gráfico debe sincronizarse mediante esta función después de 
cada actualización del modelo y antes de imprimir y registrar cualquier variable. Si no incluye el paso 
de sincronización, el modelo podría utilizar valores obsoletos de la memoria durante las impresiones, 
los registros y las sucesivas pasadas, en lugar de utilizar los valores más recientes que deben 
sincronizarse después de cada iteración y actualización del modelo.

Puede resultar más complicado si se utiliza SageMaker Training Compiler con técnicas de escalado 
de gradiente (posiblemente mediante el uso de AMP) o de recorte de gradientes. El orden apropiado 
para calcular los gradientes con AMP es el siguiente.
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1. Cálculo de gradientes con escalado

2. Desescalado del gradiente, recorte del gradiente y, a continuación, escalado

3. Actualización del modelo

4. Sincronizar la ejecución del gráfico con mark_step()

Para encontrar las API adecuadas para las operaciones mencionadas en la lista, consulta la guía 
para migrar tu script de entrenamiento a SageMaker Training Compiler.

Considerar la posibilidad de utilizar el ajuste automático de modelos

Si el problema de convergencia surge al volver a ajustar el tamaño del lote y los hiperparámetros 
asociados, como la tasa de aprendizaje, al utilizar SageMaker Training Compiler, considere la 
posibilidad de utilizar el ajuste automático del modelo para ajustar los hiperparámetros. Puede 
consultar el cuaderno de ejemplo sobre cómo ajustar los hiperparámetros con Training Compiler. 
SageMaker

Problemas de convergencia que se producen en el entrenamiento distribuida

Si el problema de convergencia persiste en el entrenamiento distribuido, es probable que se deba a 
una configuración incorrecta de la inicialización del peso o de las API torch_xla.

Comprobar la inicialización del peso entre los trabajadores

Si el problema de la convergencia surge al ejecutar un trabajo de entrenamiento distribuido con 
varios trabajadores, asegúrese de que haya un comportamiento determinista uniforme en todos los 
trabajadores estableciendo un valor inicial constante cuando proceda. Tenga cuidado con técnicas 
como la inicialización del peso, que implica laasignación al azar. Cada trabajador podría terminar 
entrenando a un modelo diferente en ausencia de una semilla constante.

Compruebe si las API torch_xla están configuradas correctamente para la entrenamiento 
distribuido

Si el problema persiste, es probable que se deba al uso incorrecto de las API torch_xla para 
el entrenamiento distribuido. Asegúrese de añadir lo siguiente en su estimador para configurar un 
clúster para la formación distribuida con Training Compiler. SageMaker

distribution={'torchxla': {'enabled': True}}
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Esto debería ir acompañado de una función _mp_fn(index) en el script de entrenamiento, que se 
invoque una vez por trabajador. Sin la función mp_fn(index), podría terminar dejando que cada 
uno de los trabajadores entrenar el modelo de forma independiente sin compartir las actualizaciones 
del modelo.

A continuación, asegúrese de utilizar la
torch_xla.distributed.parallel_loader.MpDeviceLoader API junto con el muestreador 
de datos distribuido, tal y como se indica en la documentación sobre la migración del guion de 
entrenamiento a SageMaker Training Compiler, como en el siguiente ejemplo.

torch.utils.data.distributed.DistributedSampler()

Esto garantiza que los datos de entrada se distribuyan correctamente entre todos los trabajadores.

Por último, para sincronizar las actualizaciones del modelo de todos los trabajadores, utilice
torch_xla.core.xla_model._fetch_gradients para recopilar los gradientes de todos 
los trabajadores y torch_xla.core.xla_model.all_reduce combinar todos los gradientes 
recopilados en una sola actualización.

Puede resultar más complicado usar SageMaker Training Compiler con técnicas de escalado de 
gradiente (posiblemente mediante el uso de AMP) o recorte de gradiente. El orden apropiado para 
calcular los gradientes con AMP es el siguiente.

1. Cálculo de gradientes con escalado

2. Sincronización de gradientes entre todos los trabajadores

3. Desescalado del gradiente, recorte del gradiente y, a continuación, escalado de gradiente

4. Actualización del modelo

5. Sincronizar la ejecución del gráfico con mark_step()

Tenga en cuenta que esta lista de verificación incluye un elemento adicional para sincronizar a todos 
los trabajadores, en comparación con la lista de verificación para el entrenamiento con una sola 
GPU.

El trabajo de entrenamiento falla debido a que falta la configuración de PyTorcl /XLA

Si un trabajo de entrenamiento falla y aparece el mensaje de error Missing XLA configuration, 
es posible que se deba a un error de configuración en la cantidad de GPU por instancia que utilice.
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XLA requiere variables de entorno adicionales para compilar el trabajo de entrenamiento. La variable 
de entorno que falta más comúnmente es GPU_NUM_DEVICES. Para que el compilador funcione 
correctamente, debe establecer esta variable de entorno igual al número de GPU por instancia.

Existen tres enfoques para configurar la variable de entorno GPU_NUM_DEVICES:

• Método 1: utilice el environment argumento de la clase SageMaker estimador. Por ejemplo, si 
usa una instancia ml.p3.8xlarge que tiene cuatro GPU, haga lo siguiente:

# Using the SageMaker Python SDK's HuggingFace estimator

hf_estimator=HuggingFace( 
    ... 
    instance_type="ml.p3.8xlarge", 
    hyperparameters={...}, 
    environment={ 
        ... 
         "GPU_NUM_DEVICES": "4" # corresponds to number of GPUs on the specified 
 instance 
    },
)

• Método 2: usa el hyperparameters argumento de la clase de SageMaker estimadores y 
analízalo en tu guion de entrenamiento.

1. Para especificar el número de GPU, añada un par clave-valor al argumento
hyperparameters.

Por ejemplo, si usa una instancia ml.p3.8xlarge que tiene cuatro GPU, haga lo siguiente:

# Using the SageMaker Python SDK's HuggingFace estimator

hf_estimator=HuggingFace( 
    ... 
    entry_point = "train.py" 
    instance_type= "ml.p3.8xlarge", 
    hyperparameters = { 
        ... 
         "n_gpus": 4 # corresponds to number of GPUs on specified instance 
    }
)
hf_estimator.fit()
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2. En su script de entrenamiento, analice el hiperparámetro n_gpus y especifíquelo como entrada 
para la variable de entorno GPU_NUM_DEVICES.

# train.py
import os, argparse

if __name__ == "__main__": 
    parser = argparse.ArgumentParser() 
    ... 
    # Data, model, and output directories 
    parser.add_argument("--output_data_dir", type=str, 
 default=os.environ["SM_OUTPUT_DATA_DIR"]) 
    parser.add_argument("--model_dir", type=str, 
 default=os.environ["SM_MODEL_DIR"]) 
    parser.add_argument("--training_dir", type=str, 
 default=os.environ["SM_CHANNEL_TRAIN"]) 
    parser.add_argument("--test_dir", type=str, 
 default=os.environ["SM_CHANNEL_TEST"]) 
     parser.add_argument("--n_gpus", type=str, default=os.environ["SM_NUM_GPUS"])

    args, _ = parser.parse_known_args() 

     os.environ["GPU_NUM_DEVICES"] = args.n_gpus

• Método 3: codifique de forma rígida la variable de entorno GPU_NUM_DEVICES en su script de 
entrenamiento. Por ejemplo, añada lo siguiente a su script si utiliza una instancia que tenga cuatro 
GPU.

# train.py

import os
os.environ["GPU_NUM_DEVICES"] = 4

Tip

Para saber el número de dispositivos de GPU en las instancias de machine learning que 
desea utilizar, consulte Computación acelerada en la página de tipos de instancias de 
Amazon EC2.
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SageMaker El compilador de entrenamiento no reduce el tiempo total de 
entrenamiento

Si el tiempo total de entrenamiento no disminuye con SageMaker Training Compiler, te 
recomendamos encarecidamente que revises la SageMaker Mejores prácticas y consideraciones 
sobre Training Compiler página para comprobar la configuración del entrenamiento, la estrategia de 
relleno para la forma del tensor de entrada y los hiperparámetros.

Notas de lanzamiento del Compilador de entrenamiento de Amazon 
SageMaker

Consulte las siguientes notas de la versión para realizar un seguimiento de las últimas 
actualizaciones del Compilador de entrenamiento de Amazon SageMaker.

Notas de la versión del compilador de entrenamiento de SageMaker: 13 de febrero de 
2023

Actualizaciones de divisas

• Se ha añadido compatibilidad con PyTorch v1.13.1

Correcciones de errores

• Se ha corregido un problema relacionado con las condiciones de carrera de la GPU que provocaba 
la pérdida de NAN en algunos modelos, como los modelos con transformador de visión (ViT).

Otros cambios:

• El Compilador de entrenamiento de Sagemaker mejora el rendimiento al permitir 
que PyTorch/XLA anule automáticamente los optimizadores (como SGD, Adam, 
AdamW) en torch.optim o transformers.optimization con sus versiones sin 
sincronización en torch_xla.amp.syncfree (como torch_xla.amp.syncfree.SGD,
torch_xla.amp.syncfree.Adam, torch_xla.amp.syncfree.AdamW). No tiene que cambiar 
las líneas de código en las que define los optimizadores en su script de entrenamiento.

Notas de la versión 4060
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Migración a contenedores de aprendizaje profundo de AWS

Esta versión ha superado las pruebas comparativas y se ha migrado al siguiente contenedor de 
aprendizaje profundo de AWS:

• PyTorch v1.13.1

763104351884.dkr.ecr.us-west-2.amazonaws.com/pytorch-trcomp-training:1.13.1-gpu-py39-
cu117-ubuntu20.04-sagemaker

Para obtener una lista completa de los contenedores prediseñados con el Compilador de 
entrenamiento de Amazon SageMaker, consulte Marcos, Regiones de AWS, tipos de instancias y 
modelos probados compatibles .

Notas de la versión del compilador de entrenamiento de SageMaker: 9 de enero de 
2023

Cambios bruscos

• tf.keras.optimizers.Optimizer apunta a un nuevo optimizador en TensorFlow 2,11.0 
y posteriores. Los antiguos optimizadores se trasladan a tf.keras.optimizers.legacy. 
Es posible que se produzca un fallo en el trabajo debido al cambio de ruptura cuando haga lo 
siguiente.

• Cargar puntos de control de un optimizador antiguo. Le recomendamos que cambie a utilizar los 
optimizadores heredados.

• Use TensorFlow v1. Le recomendamos que migre a TensorFlow v2, o que cambie a los 
optimizadores heredados si necesita seguir utilizando TensorFlow v1.

Para obtener una lista más detallada de los cambios en el optimizador, consulte las notas de la 
versión oficial de TensorFlow v2.11.0 en el repositorio GitHub de TensorFlow.

Migración a contenedores de aprendizaje profundo de AWS

Esta versión ha superado las pruebas comparativas y se ha migrado al siguiente contenedor de 
aprendizaje profundo de AWS:

• TensorFlow v2.11.0

Notas de la versión 4061
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763104351884.dkr.ecr.<region>.amazonaws.com/tensorflow-training:2.11.0-gpu-py39-
cu112-ubuntu20.04-sagemaker

Para obtener una lista completa de los contenedores prediseñados con el Compilador de 
entrenamiento de Amazon SageMaker, consulte Marcos, Regiones de AWS, tipos de instancias y 
modelos probados compatibles .

Notas de la versión del compilador de entrenamiento de SageMaker: 8 de diciembre 
de 2022

Correcciones de errores

• Se ha corregido la semilla para los trabajos de entrenamiento de PyTorch que inician PyTorch 
v1.12 para garantizar que no haya discrepancias en la inicialización del modelo en diferentes 
procesos. Consulte también Reproducibilidad de PyTorch.

• Se solucionó el problema que provocaba que los trabajos de entrenamiento distribuidos de 
PyTorch en las instancias G4dn y G5 no se comunicaran de forma predeterminada a través de
PCIe.

Problemas conocidos

• El uso inadecuado de las API PyTorch/XLA en los transformadores de visión de Hugging Face 
podría provocar problemas de convergencia.

Otros cambios

• Cuando utilice la clase Trainer de Hugging Face Transformers, asegúrese de que utiliza 
optimizadores SyncFree estableciendo el argumento optim en adamw_torch_xla. Para 
obtener más información, consulte Grandes modelos lingüísticos mediante la clase Trainer de 
Hugging Face Transformers. Consulte también Optimizer en la documentación de Hugging Face 
Transformers.

Migración a contenedores de aprendizaje profundo de AWS

Esta versión ha superado las pruebas comparativas y se ha migrado al siguiente contenedor de 
aprendizaje profundo de AWS:

Notas de la versión 4062
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• PyTorch v1.12.0

763104351884.dkr.ecr.<region>.amazonaws.com/pytorch-trcomp-training:1.12.0-gpu-py38-
cu113-ubuntu20.04-sagemaker

Para obtener una lista completa de los contenedores prediseñados con el Compilador de 
entrenamiento de Amazon SageMaker, consulte Marcos, Regiones de AWS, tipos de instancias y 
modelos probados compatibles .

Notas de la versión del compilador de entrenamiento de SageMaker: 4 de octubre de 
2022

Actualizaciones de divisas

• Se ha agregado compatibilidad con TensorFlow v2.10.0.

Otros cambios:

• Se ha añadido los modelos de Hugging Face NLP que utilizan la biblioteca Transformers a las 
pruebas del marco de TensorFlow. Para encontrar los modelos de Transformer probados, consulte
the section called “Modelos probados”.

Migración a contenedores de aprendizaje profundo de AWS

Esta versión ha superado las pruebas comparativas y se ha migrado al siguiente contenedor de 
aprendizaje profundo de AWS:

• TensorFlow v2.10.0

763104351884.dkr.ecr.<region>.amazonaws.com/tensorflow-training:2.10.0-gpu-py39-
cu112-ubuntu20.04-sagemaker

Para obtener una lista completa de los contenedores prediseñados con el Compilador de 
entrenamiento de Amazon SageMaker, consulte Marcos, Regiones de AWS, tipos de instancias y 
modelos probados compatibles .

Notas de la versión 4063
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Notas de la versión del compilador de entrenamiento de SageMaker: 1 de septiembre 
de 2022

Actualizaciones de divisas

• Se ha añadido compatibilidad con Hugging Face Transformers v4.21.1 con PyTorch v1.11.0.

Mejoras

• Se ha implementado un nuevo mecanismo de lanzamiento de entrenamiento distribuido para 
activar el Compilador de entrenamiento de SageMaker para modelos Hugging Face Transformer 
con PyTorch. Para obtener más información, consulte Ejecutar trabajos de entrenamiento de 
PyTorch con el Compilador de entrenamiento de SageMaker para entrenamiento distribuido.

• Se ha integrado con EFA para mejorar la comunicación colectiva en el entrenamiento distribuido.

• Se ha añadido compatibilidad con instancias G5 para trabajos de entrenamiento de PyTorch. 
Para obtener más información, consulte the section called “Marcos, Regiones de AWS, tipos de 
instancias y modelos probados compatibles ”.

Migración a contenedores de aprendizaje profundo de AWS

Esta versión ha superado las pruebas comparativas y se ha migrado al siguiente contenedor de 
aprendizaje profundo de AWS:

• HuggingFace v4.21.1 con PyTorch v1.11.0

763104351884.dkr.ecr.us-west-2.amazonaws.com/huggingface-pytorch-trcomp-
training:1.11.0-transformers4.21.1-gpu-py38-cu113-ubuntu20.04

Para obtener una lista completa de los contenedores prediseñados con el Compilador de 
entrenamiento de Amazon SageMaker, consulte Marcos, Regiones de AWS, tipos de instancias y 
modelos probados compatibles .

Notas de la versión 4064
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Notas de la versión del compilador de entrenamiento de SageMaker: 14 de junio de 
2022

Nuevas características

• Se ha agregado compatibilidad con TensorFlow v2.9.1. Compilador de entrenamiento de 
SageMaker es compatible totalmente con la compilación de módulos TensorFlow (tf.*) y 
módulos TensorFlow Keras (tf.keras.*).

• Se ha añadido compatibilidad con contenedores personalizados creados mediante la ampliación 
de Contenedores de aprendizaje profundo de AWSpara TensorFlow. Para obtener más 
información, consulte Habilitar el Compilador de entrenamiento de SageMaker mediante el SDK 
de Python de SageMaker y Ampliar los contenedores de aprendizaje profundo del marco de 
SageMaker.

• Se ha añadido compatibilidad con instancias G5 para trabajos de entrenamiento de TensorFlow.

Migración a contenedores de aprendizaje profundo de AWS

Esta versión ha superado las pruebas comparativas y se ha migrado al siguiente contenedor de 
aprendizaje profundo de AWS:

• TensorFlow 2,9.1

763104351884.dkr.ecr.<region>.amazonaws.com/tensorflow-training:2.9.1-gpu-py39-cu112-
ubuntu20.04-sagemaker

Para obtener una lista completa de los contenedores prediseñados con el Compilador de 
entrenamiento de Amazon SageMaker, consulte Marcos, Regiones de AWS, tipos de instancias y 
modelos probados compatibles .

Notas de la versión del compilador de entrenamiento de SageMaker: 26 de abril de 
2022

Mejoras

• Se ha añadido compatibilidad con todas las Regiones de AWS en las que están en servicio los
contenedores de aprendizaje profundo de AWS excepto China.

Notas de la versión 4065
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Notas de la versión del compilador de entrenamiento de SageMaker: 12 de abril de 
2022

Actualizaciones de divisas

• Se ha añadido compatibilidad con Hugging Face Transformers v4.17.0 con TensorFlow v2.6.3 y 
PyTorch v1.10.2.

Notas de la versión del compilador de entrenamiento de SageMaker: 21 de febrero de 
2022

Mejoras

• Se ha completado la prueba comparativa y se ha confirmado la aceleración del entrenamiento 
en los tipos de instancia de ml.g4dn. Para obtener una lista completa de las instancias de ml
probadas, consulte Tipos de instancias admitidos.

Notas de la versión del compilador de entrenamiento de SageMaker: 01 de diciembre 
de 2021

Nuevas características

• Se ha lanzado el Compilador de entrenamiento de Amazon SageMaker en AWS re:Invent 2021.

Migración a contenedores de aprendizaje profundo de AWS

• El Compilador de entrenamiento de Amazon SageMaker ha superado las pruebas de referencia y 
se ha migrado a Contenedores de aprendizaje profundo de AWS. Para obtener una lista completa 
de los contenedores prediseñados con el Compilador de entrenamiento de Amazon SageMaker, 
consulte Marcos, Regiones de AWS, tipos de instancias y modelos probados compatibles .

Acceder a datos de entrenamiento

Cuando crea un trabajo de entrenamiento, especifica la ubicación de un conjunto de datos de 
entrenamiento y un modo de entrada para acceder al conjunto de datos. Para la ubicación de los 
datos, Amazon SageMaker admite Amazon Simple Storage Service (Amazon S3), Amazon Elastic 
File System (Amazon EFS) y Amazon FSx for Lustre. Los modos de entrada determinan si se deben 
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transmitir los archivos de datos del conjunto de datos en tiempo real o descargar todo el conjunto de 
datos al inicio del trabajo de entrenamiento.

Note

El conjunto de datos de entrada debe estar en el mismo Región de AWS que el de su trabajo 
de entrenamiento.

SageMaker Modos de entrada y AWS almacenamiento en la nube

En esta sección se resumen los modos SageMaker de entrada para Amazon S3 y los sistemas de 
archivos de Amazon EFS y Amazon FSx for Lustre.

• El modo de archivo presenta una vista del sistema de archivos del conjunto de datos en el 
contenedor de entrenamiento. Este es el modo de entrada predeterminado si no especifica 
explícitamente una de las otras dos opciones. Si utiliza el modo de archivos, SageMaker 
descarga los datos de entrenamiento de la ubicación de almacenamiento a un directorio local 
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del contenedor de Docker. El entrenamiento comienza después de descargar todo el conjunto 
de datos. En el modo de archivo, la instancia de entrenamiento debe tener suficiente espacio de 
almacenamiento para caber todo el conjunto de datos. La velocidad de descarga en el modo de 
archivo depende del tamaño del conjunto de datos, del tamaño medio de los archivos y del número 
de archivos. Puede configurar el conjunto de datos para el modo de archivo proporcionando un 
prefijo de Amazon S3, un archivo de manifiesto o un archivo de manifiesto aumentado. Debe 
usar un prefijo S3 cuando todos los archivos del conjunto de datos estén ubicados dentro de un 
prefijo S3 común. El modo de archivo es compatible con el modo SageMaker local (se inicia un 
contenedor de SageMaker entrenamiento de forma interactiva en cuestión de segundos). Para 
el entrenamiento distribuido, puede dividir el conjunto de datos en varias instancias con la opción
ShardedByS3Key.

• El modo de archivos rápido proporciona acceso del sistema de archivos a un origen de datos de 
Amazon S3 y, al mismo tiempo, aprovecha la ventaja de rendimiento del modo de canalización. 
Al inicio del entrenamiento, el modo de archivo rápido identifica los archivos de datos pero no los 
descarga. El entrenamiento puede comenzar sin esperar a que se descargue todo el conjunto 
de datos. Esto significa que el inicio del entrenamiento tarda menos tiempo cuando hay menos 
archivos en el prefijo Amazon S3 proporcionado.

A diferencia del modo canalizado, el modo de archivo rápido funciona con un acceso aleatorio a 
los datos. Sin embargo, funciona mejor cuando los datos se leen secuencialmente. El modo de 
archivo rápido no admite archivos de manifiesto aumentados.

El modo de archivo rápido expone los objetos S3 mediante una interfaz de sistema de archivos 
compatible con POSIX, como si los archivos estuvieran disponibles en el disco local de la 
instancia de entrenamiento. Transmite el contenido de S3 bajo demanda a medida que el script 
de entrenamiento consume datos. Esto significa que su conjunto de datos ya no necesita caber 
en todo el espacio de almacenamiento de la instancia de entrenamiento, por lo que no necesita 
esperar a que el conjunto de datos se descargue en la instancia de entrenamiento antes de 
que comience el entrenamiento. Actualmente, archivo rápido solo admite prefijos S3 (no admite 
manifiesto ni manifiesto aumentado). El modo de archivo rápido es compatible con el modo 
SageMaker local.

• El modo de canalización transmite datos directamente desde un origen de datos de Amazon S3. 
La transmisión puede proporcionar tiempos de inicio más rápidos para trabajos de entrenamiento y 
un mejor rendimiento que el modo de archivo.
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Al transmitir los datos directamente, puede reducir el tamaño de los volúmenes de Amazon EBS 
que utiliza la instancia de entrenamiento. El modo de canalización solo necesita suficiente espacio 
en disco para almacenar sus artefactos de modelo final.

Es otro modo de transmisión que ha sido reemplazado en gran medida por el modo de 
archivo más nuevo y simpler-to-use rápido. En el modo de canalización, los datos se obtienen 
previamente de Amazon S3 con un alto nivel de simultaneidad y rendimiento, y se transmiten a 
una canalización con nombre, que también se conoce como canalización por orden de llegada 
(FIFO) por su comportamiento. Cada canalización solo puede leerse mediante un único proceso. 
Una extensión SageMaker específica que integra TensorFlow cómodamente el modo Pipe en 
el cargador de TensorFlow datos nativo para la transmisión de archivos de texto, TFRecords 
o Recordio. El modo de canalización también permite fragmentar y mezclar datos de forma 
gestionada.

• Amazon S3 Express One Zone es una clase de almacenamiento de alto rendimiento y zona de 
disponibilidad única que puede ofrecer un acceso uniforme a los datos en milisegundos de un 
solo dígito para las aplicaciones más sensibles a la latencia, incluida la formación de modelos. 
SageMaker Amazon S3 Express One Zone permite a los clientes colocar sus recursos informáticos 
y de almacenamiento de objetos en una única zona de AWS disponibilidad, lo que optimiza tanto 
el rendimiento como los costes informáticos con una mayor velocidad de procesamiento de datos. 
Para aumentar aún más la velocidad de acceso y admitir cientos de miles de solicitudes por 
segundo, los datos se almacenan en un nuevo tipo de depósito, un depósito de directorio de 
Amazon S3.

SageMaker El entrenamiento de modelos admite depósitos de directorio Amazon S3 Express 
One Zone de alto rendimiento como ubicación de entrada de datos para el modo archivo, el modo 
rápido y el modo canalización. Para usar Amazon S3 Express One Zone, introduzca la ubicación 
del bucket del directorio Amazon S3 Express One Zone en lugar de un bucket de Amazon S3. 
Proporcione el ARN del rol de IAM con la política de permisos y control de acceso requerida. 
Consulte AmazonSageMakerFullAccesspolicy para obtener más información. Para obtener más 
información, consulte S3 Express One Zone.

• Amazon FSx para Lustre: FSx para Lustre puede escalar hasta cientos de gigabytes de 
rendimiento y millones de IOPS con una recuperación de archivos de baja latencia. Al iniciar un 
trabajo de formación, SageMaker monta el sistema de archivos FSx for Lustre en el sistema de 
archivos de la instancia de formación y, a continuación, inicia el guion de formación. El montaje en 
sí mismo es una operación relativamente rápida que no depende del tamaño del conjunto de datos 
almacenado en FSx para Lustre.
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Para acceder a FSx for Lustre, su trabajo de formación debe conectarse a una Amazon Virtual 
Private Cloud (VPC), lo que requiere configuración e implicación DevOps . Para evitar los costes 
de transferencia de datos, el sistema de archivos utiliza una única zona de disponibilidad y, al 
ejecutar el trabajo de entrenamiento, debe especificar una subred de VPC que se asigne a este ID 
de zona de disponibilidad.

• Amazon EFS: para utilizar Amazon EFS como fuente de datos, los datos ya deben residir en 
Amazon EFS antes de la formación. SageMaker monta el sistema de archivos Amazon EFS 
especificado en la instancia de entrenamiento y, a continuación, inicia el guion de entrenamiento. 
Su trabajo de entrenamiento debe conectarse a una VPC para acceder a Amazon EFS.

Tip

Para obtener más información sobre cómo especificar la configuración de la VPC para 
SageMaker los estimadores, consulte Uso de sistemas de archivos como entradas de 
formación en la documentación del SDK de PythonSageMaker.

Elegir el modo de entrada de datos mediante el SDK de SageMaker Python

SageMaker El SDK de Python proporciona la clase genérica Estimator y sus variaciones para los 
marcos de aprendizaje automático para lanzar trabajos de formación. Puede especificar uno de los 
modos de entrada de datos al configurar la SageMaker Estimator clase o el Estimator.fit
método. Las siguientes plantillas de código muestran las dos formas de especificar modos de 
entrada.

Para especificar el modo de entrada mediante la clase Estimator

from sagemaker.estimator import Estimator
from sagemaker.inputs import TrainingInput

estimator = Estimator( 
    checkpoint_s3_uri='s3://my-bucket/checkpoint-destination/', 
    output_path='s3://my-bucket/output-path/', 
    base_job_name='job-name', 
    input_mode='File'  # Available options: File | Pipe | FastFile 
    ...
)

# Run the training job
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estimator.fit( 
    inputs=TrainingInput(s3_data="s3://my-bucket/my-data/train")
)

Para obtener más información, consulte la clase SageMaker.Estimator.Estimator en la 
documentación del SDK de Python. SageMaker

Para especificar el modo de entrada mediante el método de ajuste Estimator

from sagemaker.estimator import Estimator
from sagemaker.inputs import TrainingInput

estimator = Estimator( 
    checkpoint_s3_uri='s3://my-bucket/checkpoint-destination/', 
    output_path='s3://my-bucket/output-path/', 
    base_job_name='job-name', 
    ...
)

# Run the training job
estimator.fit( 
    inputs=TrainingInput( 
        s3_data="s3://my-bucket/my-data/train", 
        input_mode='File'  # Available options: File | Pipe | FastFile 
    )
)

Para obtener más información, consulte el método de clase SageMaker.Estimator.fit y 
sagemaker.inputs.  TrainingInputclase en la documentación del SDK de SageMaker Python.

Tip

Para obtener más información sobre cómo configurar Amazon FSx for Lustre o Amazon 
EFS con su SageMaker configuración de VPC mediante los estimadores del SDK de 
Python, consulte Utilizar sistemas de archivos como entradas de formación SageMaker en la 
documentación del SDK de Python.
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Tip

Las integraciones del modo de entrada de datos con Amazon S3, Amazon EFS y FSx para 
Lustre son formas recomendadas de configurar de forma óptima el origen de datos según 
las prácticas recomendadas. Puede mejorar estratégicamente el rendimiento de carga de 
datos mediante las opciones de almacenamiento SageMaker gestionado y los modos de 
entrada, pero no está estrictamente limitado. Puede escribir su propia lógica de lectura de 
datos directamente en su contenedor de entrenamiento. Por ejemplo, puede configurarlo 
para leer desde un origen de datos distinto, escribir su propia clase de cargador de datos de 
S3 o usar funciones de carga de datos de marcos de terceros en su script de entrenamiento. 
Sin embargo, debe asegurarse de especificar las rutas correctas que SageMaker puedan 
reconocerlas.

Tip

Si utiliza un contenedor de formación personalizado, asegúrese de instalar el kit de 
herramientas de SageMaker formación que le ayudará a configurar el entorno para los 
trabajos de SageMaker formación. De lo contrario, debe especificar las variables de entorno 
de forma explícita en su Dockerfile. Para obtener más información, consulte Crear un 
contenedor con sus propios algoritmos y modelos.

Para obtener más información sobre cómo configurar los modos de entrada de datos mediante las 
SageMaker API de bajo nivelCómo SageMaker proporciona Amazon la información sobre formación, 
consulte la CreateTrainingJobAPI y las TrainingInputMode AlgorithmSpecification

Configure el canal de entrada de datos para usar Amazon FSx para Lustre

Aprenda a usar Amazon FSx para Lustre como origen de datos para obtener un mayor rendimiento y 
un entrenamiento más rápido al reducir el tiempo de carga de datos.

Sincronice Amazon S3 y Amazon FSx para Lustre

Para vincular Amazon S3 a Amazon FSx para Lustre y cargar sus conjuntos de datos de 
entrenamiento, haga lo siguiente.
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1. Prepare su conjunto de datos y cargue a un bucket de Amazon S3. Por ejemplo, supongamos que 
las rutas de Amazon S3 para un conjunto de datos de entrenamiento y un conjunto de datos de 
pruebas tienen el siguiente formato.

s3://my-bucket/data/train
s3://my-bucket/data/test

2. Para crear un sistema de archivos FSx para Lustre vinculado al bucket de Amazon S3 con los 
datos de entrenamiento, siga los pasos que se indican en Cómo vincular su sistema de archivos 
a un bucket de Amazon S3 en la Guía del usuario de Amazon FSx para Lustre. Asegúrese de 
añadir un punto de conexión a su VPC que permita el acceso a Amazon S3. Para obtener más 
información, consulte the section called “Crear un punto de conexión de VPC de Amazon S3”. 
Cuando especifique la Ruta del repositorio de datos, proporcione el URI del bucket de Amazon S3 
de la carpeta que contiene sus conjuntos de datos. Por ejemplo, según las rutas de S3 de ejemplo 
del paso 1, la ruta del repositorio de datos debe ser la siguiente.

s3://my-bucket/data

3. Una vez creado el sistema de archivos FSx para Lustre, compruebe la información de 
configuración ejecutando los siguientes comandos.

aws fsx describe-file-systems && \
aws fsx describe-data-repository-association

Estos comandos devuelven FileSystemId, MountName, FileSystemPath y
DataRepositoryPath. El resultado debe ser similar al siguiente ejemplo.

# Output of aws fsx describe-file-systems
"FileSystemId": "fs-0123456789abcdef0"
"MountName": "1234abcd"

# Output of aws fsx describe-data-repository-association
"FileSystemPath": "/ns1",
"DataRepositoryPath": "s3://my-bucket/data/"

Una vez finalizada la sincronización entre Amazon S3 y Amazon FSx, sus conjuntos de datos se 
guardan en Amazon FSx en los siguientes directorios.

/ns1/train  # synced with s3://my-bucket/data/train
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/ns1/test   # synced with s3://my-bucket/data/test

Establezca la ruta del sistema de archivos Amazon FSx como canal de entrada de 
datos para el entrenamiento SageMaker

Los siguientes procedimientos le guiarán por el proceso de configuración del sistema de archivos 
Amazon FSx como fuente de datos para los trabajos de SageMaker formación.

Using the SageMaker Python SDK

Para configurar correctamente el sistema de archivos Amazon FSx como fuente de 
datos, configure las clases del SageMaker estimador siguiendo las instrucciones 
siguientesFileSystemInput.

1. Configure un objeto de clase FileSystemInput .

from sagemaker.inputs import FileSystemInput

train_fs = FileSystemInput( 
    file_system_id="fs-0123456789abcdef0", 
    file_system_type="FSxLustre", 
    directory_path="/1234abcd/ns1/", 
    file_system_access_mode="ro",
)

Tip

Cuando lo especifique directory_path, asegúrese de proporcionar la ruta del 
sistema de archivos Amazon FSx que empiece por MountName.

2. Configure un SageMaker estimador con la configuración de VPC utilizada para el sistema de 
archivos Amazon FSx.

from sagemaker.estimator import Estimator

estimator = Estimator( 
    ... 
    role="your-iam-role-with-access-to-your-fsx", 
    subnets=["subnet-id"],  # Should be the same as the subnet used for Amazon FSx 
    security_group_ids="security-group-id"

Configure el canal de entrada de datos para usar Amazon FSx para Lustre 4074



Amazon SageMaker Guía para desarrolladores

)

3. Inicie el trabajo de entrenamiento ejecutando el método estimator.fit con el sistema de archivos 
Amazon FSx.

estimator.fit(train_fs)

Para obtener más ejemplos de código, consulte Uso de sistemas de archivos como entradas de 
formación en la documentación del SDK de SageMaker Python.

Using the SageMaker CreateTrainingJob API

Como parte de la CreateTrainingJobsolicitud JSON, configúrelo de la InputDataConfig
siguiente manera.

"InputDataConfig": [  
    {  
        "ChannelName": "string", 
        "DataSource": {  
            "FileSystemDataSource": {  
                "DirectoryPath": "/1234abcd/ns1/", 
                "FileSystemAccessMode": "ro", 
                "FileSystemId": "fs-0123456789abcdef0", 
                "FileSystemType": "FSxLustre" 
            } 
        } 
    }
],

Tip

Cuando lo especifique DirectoryPath, asegúrese de proporcionar la ruta del sistema 
de archivos Amazon FSx que empiece por MountName.

Consejos y consideraciones al configurar FSx para Lustre

1. Cuando utilice instancias habilitadas para EFA, como P4d y P3dn, asegúrese de establecer las 
reglas de entrada y salida adecuadas en el grupo de seguridad. Especialmente, es necesario 
abrir estos puertos para acceder SageMaker al sistema de archivos Amazon FSx en el trabajo de 
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formación. Para obtener más información, consulte Control de acceso al sistema de archivos con 
Amazon VPC.

2. Asegúrese de que el rol de IAM utilizado para lanzar el trabajo de SageMaker formación tenga 
acceso a Amazon FSx.

Prácticas recomendadas para elegir el origen de datos y el modo de 
entrada

El mejor origen de datos para su trabajo de entrenamiento depende de las características de la 
carga de trabajo, como el tamaño del conjunto de datos, el formato del archivo, el tamaño medio 
de los archivos, la duración del entrenamiento, un patrón de lectura secuencial o aleatorio del 
cargador de datos y la rapidez con la que el modelo puede consumir los datos de entrenamiento. Las 
siguientes prácticas recomendadas proporcionan pautas para comenzar con el modo de entrada y el 
almacenamiento de datos más adecuados para su caso de uso.
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This flowchart summarizes and visualizes best practices of choosing the best storage as the data 
source and input file mode. All of the cases in the flowchart are described in the following sections.

Cuándo usar Amazon EFS

Si su conjunto de datos está almacenado en Amazon Elastic File System, es posible que tenga una 
aplicación de preprocesamiento o anotaciones que utilice Amazon EFS para el almacenamiento. 
Puede ejecutar un trabajo de entrenamiento configurado con un canal de datos que apunte al 
sistema de archivos Amazon EFS. Para obtener más información, consulte Acelera la formación 
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en Amazon SageMaker con Amazon FSx for Lustre y los sistemas de archivos Amazon EFS. Si no 
puede lograr un mejor rendimiento, compruebe sus opciones de optimización siguiendo la guía de 
rendimiento de Amazon Elastic File System o considere la posibilidad de utilizar distintos modos de 
entrada o almacenamiento de datos.

Utilice el modo de archivo para conjuntos de datos pequeños

Si el conjunto de datos está almacenado en Amazon Simple Storage Service y su volumen total es 
relativamente pequeño (por ejemplo, menos de 50 a 100 GB), intente utilizar el modo de archivo. 
La sobrecarga que supone descargar un conjunto de datos de 50 GB puede variar en función del 
número total de archivos. Por ejemplo, tarda unos 5 minutos si un conjunto de datos está dividido 
en fragmentos de 100 MB. Que esta sobrecarga inicial sea aceptable depende principalmente de la 
duración total del trabajo de entrenamiento, ya que una fase de entrenamiento más larga implica una 
fase de descarga proporcionalmente más pequeña.

Serialización de varios archivos pequeños

Si el tamaño del conjunto de datos es pequeño (menos de 50 a 100 GB), pero está compuesto 
por muchos archivos pequeños (menos de 50 MB por archivo), la sobrecarga de descarga del 
modo de archivo aumenta, ya que cada archivo debe descargarse individualmente desde Amazon 
Simple Storage Service al volumen de la instancia de entrenamiento. Para reducir esta sobrecarga 
y el tiempo de recorrido de los datos en general, considere la posibilidad de serializar grupos de 
archivos tan pequeños en menos contenedores de archivos más grandes (como 150 MB por archivo) 
mediante formatos de archivo, como TFRecord for TensorFlow  WebDataset, for PyTorch y RecordIO 
para MXNet.

Cuándo usar el modo de archivo rápido

Para conjuntos de datos más grandes con archivos más grandes (más de 50 MB por archivo), 
la primera opción es probar el modo de archivos rápido, que es más sencillo de usar que FSx 
para Lustre porque no requiere crear un sistema de archivos ni conectarse a una VPC. El modo 
de archivos rápido es ideal para contenedores de archivos grandes (más de 150 MB) y también 
puede funcionar bien con archivos de más de 50 MB. Como el modo de archivo rápido proporciona 
una interfaz POSIX, admite lecturas aleatorias (lectura de rangos de bytes no secuenciales). Sin 
embargo, este no es el caso de uso ideal y su rendimiento podría ser inferior al de las lecturas 
secuenciales. Sin embargo, si tiene un modelo de ML relativamente grande y con un uso intensivo 
de recursos computacionales, es posible que el modo de archivos rápido pueda saturar el ancho 
de banda efectivo del proceso de entrenamiento y no provocar un cuello de botella de E/S. Tendrá 
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que experimentar y comprobar. Para cambiar del modo de archivo al modo de archivo rápido (y 
viceversa), basta con añadir (o eliminar) el input_mode='FastFile' parámetro mientras se define 
el canal de entrada mediante el SDK de SageMaker Python:

sagemaker.inputs.TrainingInput(S3_INPUT_FOLDER,  input_mode = 'FastFile')

Cuándo se debe usar Amazon FSx para Lustre

Si su conjunto de datos es demasiado grande para el modo de archivo, tiene muchos archivos 
pequeños que no puede serializar fácilmente o utiliza un patrón de acceso de lectura aleatorio, FSx 
para Lustre es una buena opción a tener en cuenta. Su sistema de archivos se escala a cientos de 
gigabytes por segundo (GB/s) de rendimiento y millones de IOPS, lo que resulta ideal cuando se 
tienen muchos archivos pequeños. Sin embargo, tenga en cuenta que es posible que se produzca 
un problema de arranque en frío debido a la carga diferida y a la sobrecarga que supone configurar e 
inicializar el sistema de archivos FSx para Lustre.

Tip

Para obtener más información, consulta Elige la mejor fuente de datos para tu trabajo de 
SageMaker formación en Amazon. En este blog sobre machine learningAWS, se analizan 
con más detalle los casos prácticos y los parámetros de rendimiento de los orígenes de datos 
y modos de entrada.

Entrenar con un clúster heterogéneo

Con la característica de clúster heterogéneo de Sagemaker Training, puede ejecutar un trabajo de 
entrenamiento con varios tipos de instancias de ML para una mejor escalabilidad de los recursos y 
su utilización para diferentes tareas y propósitos de entrenamiento de ML. Por ejemplo, si su trabajo 
de entrenamiento en un clúster con instancias de GPU tiene un bajo uso de la GPU y problemas 
de cuello de botella de la CPU debido a tareas que hacen un uso intensivo de la CPU, el uso de un 
clúster heterogéneo puede ayudarle a reducir la carga de tareas que hacen un uso intensivo de la 
CPU al agregar grupos de instancias de CPU más rentables, resolver estos problemas de cuello de 
botella y lograr un mejor uso de la GPU.
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Note

Esta característica está disponible en SageMaker Python SDK v2.110.0 y versiones 
posteriores.

Note

Esta característica está disponible a través de las clases de estimadores del marco de
PyTorch y TensorFlow de Sagemaker. Los marcos compatibles son PyTorch v1.10 o 
posterior y TensorFlow v2.6 o posterior.

Temas

• Cómo configurar un clúster heterogéneo

• Entrenamiento distribuido con un clúster heterogéneo

• Modifique el script de entrenamiento para asignar grupos de instancias

• Consideraciones

• Ejemplos, blogs y estudios de casos

Cómo configurar un clúster heterogéneo

En esta sección se proporcionan instrucciones sobre cómo ejecutar un trabajo de entrenamiento con 
un clúster heterogéneo que consta de varios tipos de instancias.

Temas

• Uso de SageMaker Python SDK

• Uso de las API de SageMaker de bajo nivel

Uso de SageMaker Python SDK

Siga las instrucciones sobre cómo configurar grupos de instancias para un clúster heterogéneo 
mediante el SDK de Python de SageMaker.

1. Para configurar grupos de instancias de un clúster heterogéneo para un trabajo de entrenamiento, 
utilice la clase sagemaker.instance_group.InstanceGroup. Puede especificar un 
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nombre personalizado para cada grupo de instancias, el tipo de instancia y la cantidad 
de instancias para cada grupo de instancias. Para obtener más información, consulte
Sagemaker.instance_group.instanceGroup en la documentación del SDK de Python de 
SageMaker.

Note

Para obtener más información sobre los tipos de instancias disponibles y el número 
máximo de grupos de instancias que puede configurar en un clúster heterogéneo, consulte 
la referencia de la API InstanceGroup.

En el siguiente ejemplo de código, se muestra cómo configurar dos grupos de instancias 
que constan de dos instancias ml.c5.18xlarge que solo utilizan CPU denominadas
instance_group_1 y una instancia de GPU de ml.p3dn.24xlarge denominada
instance_group_2, tal y como se muestra en el siguiente diagrama.

The preceding diagram shows a conceptual example of how pre-training processes, such as data 
preprocessing, can be assigned to the CPU instance group and stream the preprocessed data to 
the GPU instance group.

from sagemaker.instance_group import InstanceGroup

instance_group_1 = InstanceGroup( 
    "instance_group_1", "ml.c5.18xlarge", 2
)
instance_group_2 = InstanceGroup( 
    "instance_group_2", "ml.p3dn.24xlarge", 1
)
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2. Con los objetos del grupo de instancias, configure los canales de entrada de entrenamiento y 
asigne grupos de instancias a los canales mediante el argumento instance_group_names de la 
clase SageMaker.Inputs.TrainingInput. El argumento instance_group_names acepta una lista 
de cadenas de nombres de grupos de instancias.

En el siguiente ejemplo, se muestra cómo configurar dos canales de entrada de entrenamiento y 
cómo asignar los grupos de instancias creados en el ejemplo del paso anterior. También puedes 
especificar las rutas de los buckets de Amazon S3 al argumento s3_data para que los grupos de 
instancias procesen los datos para sus fines de uso.

from sagemaker.inputs import TrainingInput

training_input_channel_1 = TrainingInput( 
    s3_data_type='S3Prefix', # Available Options: S3Prefix | ManifestFile | 
 AugmentedManifestFile 
    s3_data='s3://your-training-data-storage/folder1', 
    distribution='FullyReplicated', # Available Options: FullyReplicated | 
 ShardedByS3Key  
    input_mode='File', # Available Options: File | Pipe | FastFile 
    instance_groups=["instance_group_1"]
)

training_input_channel_2 = TrainingInput( 
    s3_data_type='S3Prefix', 
    s3_data='s3://your-training-data-storage/folder2', 
    distribution='FullyReplicated', 
    input_mode='File', 
    instance_groups=["instance_group_2"]
)

Para obtener más información sobre los argumentos de TrainingInput, consulte los siguientes 
enlaces.

• La clase sagemaker.inputs.TrainingInput de la documentación del SDK de Python de 
SageMaker

• La API S3DataSource en la Referencia de la API de Sagemaker

3. Configure un estimador de SageMaker con el argumento instance_groups, tal y como se 
muestra en el siguiente ejemplo de código. El argumento instance_groups acepta una lista de 
objetos InstanceGroup
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PyTorch

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ... 
    entry_point='my-training-script.py', 
    framework_version='x.y.z',    # 1.10.0 or later 
    py_version='pyxy',             
    job_name='my-training-job-with-heterogeneous-cluster', 
    instance_groups=[instance_group_1, instance_group_2]
)

TensorFlow

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
    ... 
    entry_point='my-training-script.py', 
    framework_version='x.y.z', # 2.6.0 or later 
    py_version='pyxy', 
    job_name='my-training-job-with-heterogeneous-cluster', 
    instance_groups=[instance_group_1, instance_group_2]
)

Note

El par de argumentos instance_type y instance_count y el argumento
instance_groups de la clase de estimadores de SageMaker se excluyen mutuamente. 
Para el entrenamiento de clústeres homogéneos, utilice el par de argumentos
instance_type y instance_count. Para el entrenamiento de clústeres heterogéneos, 
utilice instance_groups.
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Note

Para encontrar una lista completa de los contenedores de marco, las versiones de marco 
y las versiones de Python disponibles, consulte SageMaker Framework Containers en el 
repositorio de GitHub de contenedores de aprendizaje profundo AWS.

4. Configure el método estimator.fit con los canales de entrada de entrenamiento configurados 
con los grupos de instancias e inicie el trabajo de entrenamiento.

estimator.fit( 
    inputs={ 
        'training': training_input_channel_1,  
        'dummy-input-channel': training_input_channel_2
    }
)

Uso de las API de SageMaker de bajo nivel

Si utiliza la AWS Command Line Interface o el AWS SDK for Python (Boto3) y quiere utilizar las API 
de SageMaker de bajo nivel para enviar una solicitud de trabajo de entrenamiento con un clúster 
heterogéneo, consulte las siguientes referencias de API.

• CreateTrainingJob

• ResourceConfig

• InstanceGroup

• S3DataSource

Entrenamiento distribuido con un clúster heterogéneo

Mediante el argumento distribution de la clase de estimador de SageMaker, puede asignar un 
grupo de instancias específico para ejecutar un entrenamiento distribuido. Por ejemplo, supongamos 
que tiene los dos grupos de instancias siguientes y quiere ejecutar un entrenamiento con varias GPU 
en uno de ellos.

from sagemaker.instance_group import InstanceGroup
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instance_group_1 = InstanceGroup("instance_group_1", "ml.c5.18xlarge", 1)
instance_group_2 = InstanceGroup("instance_group_2", "ml.p3dn.24xlarge", 2)

Puede establecer la configuración de entrenamiento distribuido para uno de los grupos de instancias. 
Por ejemplo, en los siguientes ejemplos de código se muestra cómo asignar training_group_2
con dos instancias de ml.p3dn.24xlarge a la configuración de entrenamiento distribuido.

Note

Actualmente, solo se puede especificar un grupo de instancias de un clúster heterogéneo en 
la configuración de distribución.

Con MPI

PyTorch

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "mpi": { 
            "enabled": True, "processes_per_host": 8
        }, 
        "instance_groups": [instance_group_2] 
    }
)

TensorFlow

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "mpi": { 
            "enabled": True, "processes_per_host": 8
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        }, 
        "instance_groups": [instance_group_2] 
    }
)

Con la biblioteca paralela de datos de SageMaker

PyTorch

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "smdistributed": { 
            "dataparallel": { 
                "enabled": True 
            } 
        },  
        "instance_groups": [instance_group_2] 
    }
)

TensorFlow

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "smdistributed": { 
            "dataparallel": { 
                "enabled": True 
            } 
        },  
        "instance_groups": [instance_group_2] 
    }
)
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Note

Cuando utilice la biblioteca paralela de datos de Sagemaker, asegúrese de que el grupo de 
instancias esté formado por los tipos de instancias compatibles con la biblioteca.

Para obtener más información sobre la biblioteca paralela de datos de SageMaker, consulte
SageMaker Data Parallel Training.

Con la biblioteca paralela de modelos de SageMaker

PyTorch

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "smdistributed": { 
            "modelparallel": { 
                "enabled":True, 
                "parameters": { 
                    ...   # SageMaker model parallel parameters 
                }  
            } 
        },  
        "instance_groups": [instance_group_2] 
    }
)

TensorFlow

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "smdistributed": { 
            "modelparallel": { 
                "enabled":True, 
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                "parameters": { 
                    ...   # SageMaker model parallel parameters 
                }  
            } 
        },  
        "instance_groups": [instance_group_2] 
    }
)

Para obtener más información sobre la biblioteca paralela de modelos de SageMaker, consulte
Entrenamiento paralelo de modelos de SageMaker.

Modifique el script de entrenamiento para asignar grupos de instancias

Con la configuración de clústeres heterogéneos de las secciones anteriores, ha preparado el entorno 
de entrenamiento y las instancias de SageMaker para su trabajo de entrenamiento. Para seguir 
asignando los grupos de instancias a determinadas tareas de entrenamiento y procesamiento de 
datos, el siguiente paso es modificar el script de entrenamiento. De forma predeterminada, el trabajo 
de entrenamiento simplemente crea réplicas de los scripts de entrenamiento para todos los nodos, 
independientemente del tamaño de la instancia, lo que podría provocar una pérdida de rendimiento.

Por ejemplo, si mezcla instancias de CPU e instancias de GPU en un clúster heterogéneo y, al 
mismo tiempo, pasa un script de entrenamiento de redes neuronales profundas al argumento
entry_point del estimador de SageMaker, el script entry_point se replica en cada instancia. 
Esto significa que, sin la asignación de tareas adecuada, las instancias de CPU también ejecutan 
todo el script e inician el trabajo de entrenamiento diseñado para el entrenamiento distribuido 
en instancias de GPU. Por lo tanto, debe realizar cambios en las funciones de procesamiento 
específicas que quiera descargar y ejecutar en las instancias de CPU. Puede utilizar las variables 
de entorno de SageMaker para recuperar la información del clúster heterogéneo y permitir que los 
procesos específicos se ejecuten en consecuencia.

Consulta la información del grupo de instancias durante la fase de inicialización de un 
trabajo de entrenamiento de SageMaker

Cuando comienza el trabajo de entrenamiento, el script de entrenamiento lee la información del 
entorno de entrenamiento de SageMaker, que incluye una configuración de clústeres heterogéneos. 
La configuración contiene información como los grupos de instancias actuales, los hosts actuales de 
cada grupo y en qué grupo reside el host actual.

Modifique el script de entrenamiento para asignar grupos de instancias 4088

https://docs.aws.amazon.com/sagemaker/latest/dg/model-parallel.html


Amazon SageMaker Guía para desarrolladores

Puede recuperar la información del grupo de instancias de las siguientes maneras.

(Recomendado) Leer la información de los grupos de instancias con el Training Toolkit de 
SageMaker

Utilice el módulo Python del entorno que proporciona la biblioteca de Training Toolkit de SageMaker. 
La biblioteca del toolkit viene preinstalada en los contenedores de marco de SageMaker para 
TensorFlow y PyTorch, por lo que no es necesario realizar ningún paso de instalación adicional 
cuando se utilizan los contenedores prediseñados. Esta es la forma recomendada de recuperar las 
variables de entorno de SageMaker con menos cambios de código en el script de entrenamiento.

from sagemaker_training import environment

env = environment.Environment()

Variables de entorno relacionadas con el entrenamiento general de SageMaker y los clústeres 
heterogéneos:

• env.is_hetero: devuelve un resultado booleano independientemente de si un clúster 
heterogéneo está configurado o no.

• env.current_host: devuelve el host actual.

• env.current_instance_type: devuelve el tipo de instancia del host actual.

• env.current_instance_group: devuelve el nombre del grupo de instancias actual.

• env.current_instance_group_hosts: devuelve una lista de los hosts del grupo de instancias 
actual.

• env.instance_groups: devuelve una lista de los nombres de los grupos de instancias utilizados 
para el entrenamiento.

• env.instance_groups_dict: devuelve la configuración de clúster heterogénea completa del 
trabajo de entrenamiento.

• env.distribution_instance_groups: devuelve una lista de grupos de instancias asignados 
al parámetro distribution de la clase de estimador de SageMaker.

• env.distribution_hosts: devuelve una lista de hosts que pertenecen a los grupos de 
instancias asignados al parámetro distribution de la clase de estimador de SageMaker.

Por ejemplo, considere el siguiente ejemplo de un clúster heterogéneo que consta de dos grupos de 
instancias.
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from sagemaker.instance_group import InstanceGroup

instance_group_1 = InstanceGroup( 
    "instance_group_1", "ml.c5.18xlarge", 1)
instance_group_2 = InstanceGroup( 
    "instance_group_2", "ml.p3dn.24xlarge", 2)

El resultado de env.instance_groups_dict del clúster heterogéneo de ejemplo debería ser 
similar al siguiente.

{ 
    "instance_group_1": { 
        "hosts": [ 
            "algo-2" 
        ], 
        "instance_group_name": "instance_group_1", 
        "instance_type": "ml.c5.18xlarge" 
    }, 
    "instance_group_2": { 
        "hosts": [ 
            "algo-3", 
            "algo-1" 
        ], 
        "instance_group_name": "instance_group_2", 
        "instance_type": "ml.p3dn.24xlarge" 
    }
}

(Opcional) Leer la información del grupo de instancias del archivo JSON de configuración de 
recursos

Si prefiere recuperar las variables de entorno en formato JSON, puede usar directamente el 
archivo JSON de configuración de recursos. El archivo JSON de una instancia de entrenamiento 
de Sagemaker se encuentra en /opt/ml/input/config/resourceconfig.json de forma 
predeterminada.

file_path = '/opt/ml/input/config/resourceconfig.json'
config = read_file_as_json(file_path)
print(json.dumps(config, indent=4, sort_keys=True))
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Consideraciones

Tenga en cuenta los siguientes aspectos al utilizar la característica de clúster heterogéneo.

• Todos los grupos de instancias comparten la misma imagen de Docker y el mismo script de 
entrenamiento. Por lo tanto, debe modificar su script de entrenamiento para detectar a qué grupo 
de instancias pertenece y bifurcar la ejecución en consecuencia.

• La característica de clúster heterogéneo no se admite en el modo local de SageMaker.

• Los flujos de registro de Amazon CloudWatch de un trabajo de entrenamiento en clústeres 
heterogéneos no se agrupan por grupos de instancias. Tiene que averiguar a partir de los registros 
qué nodos están en cada grupo.

• La característica de clúster heterogéneo está disponible a través de las clases de estimadores de 
marco de PyTorch y TensorFlow de SageMaker. Los marcos compatibles son PyTorch v1.10 o 
posterior y TensorFlow v2.6 o posterior. Para encontrar una lista completa de los contenedores 
de marco, las versiones de marco y las versiones de Python disponibles, consulte SageMaker 
Framework Containers en el repositorio de GitHub de contenedores de aprendizaje profundo AWS.

• Una estrategia de entrenamiento distribuida solo se puede aplicar a un grupo de instancias.

Ejemplos, blogs y estudios de casos

En el siguiente blog se analizan casos prácticos sobre el uso del entrenamiento de clústeres 
heterogéneos de SageMaker.

• Improve price performance of your model training using Amazon SageMaker heterogeneous 
clusters (27 de octubre de 2022)

Uso del entrenamiento incremental en Amazon SageMaker

Con el paso del tiempo, puede que un modelo genere inferencias que no sean tan buenas como lo 
eran antes. Con la capacitación incremental, puede utilizar los artefactos de un modelo ya existente y 
utilizar un conjunto de datos ampliado para capacitar un nuevo modelo. La capacitación incremental 
le ahorra tiempo y recursos.

Utilice la capacitación incremental para:
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• Capacitar un nuevo modelo utilizando un conjunto de datos ampliado que contenga un patrón 
subyacente que no se haya tenido en cuenta en la capacitación anterior que generó un 
rendimiento de modelo deficiente.

• Utilizar los artefactos de modelo o una parte de los artefactos de modelo de un modelo disponible 
públicamente en un trabajo de capacitación. No es necesario capacitar un nuevo modelo desde 
cero.

• Reanudar un trabajo de capacitación que se detuvo.

• Capacitar varias variantes de un modelo, ya sea con una configuración de hiperparámetros 
diferente o con varios conjuntos de datos diferentes.

Para obtener más información sobre cómo capacitar trabajos, consulte Entrena a un modelo con 
Amazon SageMaker.

Puede entrenar de forma incremental mediante la consola de SageMaker o el Amazon SageMaker 
Python SDK.

Important

Solo tres algoritmos integrados admiten actualmente la capacitación incremental: Detección 
de objetos - MXNet, Image Classification - MXNet y Algoritmo de segmentación semántica.

Temas

• Realización de una capacitación incremental (consola)

• Realización de un entrenamiento incremental (API)

Realización de una capacitación incremental (consola)

Para completar este procedimiento, se necesita lo siguiente:

• El URI del bucket de Amazon Simple Storage Service (Amazon S3) en el que se almacenaron los 
datos de entrenamiento.

• El bucket de S3 en el que desea almacenar la salida del trabajo.

• La ruta de Amazon Elastic Container Registry donde se almacena el código de entrenamiento. 
Para obtener más información, consulte las Rutas de Docker Registry y código de ejemplo.
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• La dirección URL del bucket de S3 donde ha almacenado los artefactos de modelo que desee 
utilizar en la capacitación incremental. Para encontrar la dirección URL de artefactos de modelo, 
consulte la página de detalles del trabajo de capacitación utilizado para crear el modelo. Para 
encontrar la página de detalles, en la consola de SageMaker, elija Inferencia, luego Modelos y, por 
último, seleccione el modelo.

Para reiniciar un trabajo de capacitación detenido, utilice la dirección URL para los artefactos del 
modelo que están almacenados en la página de detalles, como lo haría con un modelo o un trabajo 
de capacitación completado.

Para realizar una capacitación incremental (consola)

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Entrenamiento; a continuación, elija Trabajos de entrenamiento.

3. Elija Crear trabajo de entrenamiento.

4. Proporcione un nombre para el trabajo de entrenamiento. El nombre debe ser único en la región 
de AWS de una cuenta de AWS. El trabajo de capacitación nombre debe tener entre 1 y 63 
caracteres. Los caracteres válidos son: a-z, A-Z, 0-9 y . : + = @ _ % - (guion).

5. Elija el algoritmo que desee usar. Para obtener información acerca de algoritmos, consulte Usa 
algoritmos SageMaker integrados de Amazon o modelos previamente entrenados.

6. (Opcional) Para Configuración de recursos, deje los valores predeterminados o aumente el 
consumo de recursos para reducir el tiempo de cálculo.

a. (Opcional) En Tipo de instancia, elija el tipo de instancia de computación de machine 
learning que desea utilizar. En la mayoría de los casos, ml.m4.xlarge es suficiente.

b. En Recuento de instancias, use el valor predeterminado 1.

c. (Opcional) En Volumen adicional por instancia (GB), elija el tamaño del volumen de 
almacenamiento de machine learning que desea aprovisionar. En la mayoría de los casos, 
puede usar el valor predeterminado, que es 1. Si usa un conjunto de datos voluminoso, 
utilice un tamaño más grande.

7. Proporcione información sobre los datos de entrada para el conjunto de datos de capacitación.

a. Para Nombre de canal, deje el valor predeterminado (train) o escriba un nombre más 
significativo para el conjunto de datos de entrenamiento, como por ejemplo expanded-
training-dataset.
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b. Para InputMode, elija Archivo. Para capacitaciones incrementales, debe utilizar el modo de 
entrada de archivos.

c. En Tipo de distribución de datos de S3, elija FullyReplicated. Esto hace que cada instancia 
de computación de machine learning use una replicación completa del conjunto de datos 
ampliado al realizar entrenamientos incrementales.

d. Si el conjunto de datos ampliado no está comprimido, establezca el Tipo de compresión en
Ninguno. Si el conjunto de datos ampliado se comprime utilizando Gzip, establézcalo en
Gzip.

e. (Opcional) Si utiliza el modo de entrada de archivos, deje Tipo de contenido vacío. Para el 
modo de entrada de canalización, especifique el tipo MIME adecuado. El Tipo de contenido
es el tipo de extensiones multipropósito de correo Internet (MIME) de los datos.

f. Para Contenedor de registros, si el conjunto de datos se guarda en formato RecordIO, elija
RecordIO. Si su conjunto de datos no se guarda como archivo con formato RecordIO, elija
Ninguno.

g. Para Tipo de datos de S3, si el conjunto de datos se almacena como archivo único, elija
S3Prefix. Si el conjunto de datos se almacena como varios archivos en una carpeta, elija
Manifiesto.

h. Para Ubicación de S3, proporcione la dirección URL a la ruta donde ha almacenado el 
conjunto de datos ampliado.

i. Seleccione Listo.

8. Para utilizar artefactos de modelos en un trabajo de capacitación, tiene que añadir un nuevo 
canal y proporcionar la información necesaria sobre los artefactos de modelo.

a. Para Configuración de datos de entrada, seleccione Agregar canal.

b. Para Nombre de canal, escriba model para identificar este canal como el origen de los 
artefactos de modelo.

c. Para InputMode, elija Archivo. Los artefactos de modelo se almacenan como archivos.

d. En Tipo de distribución de datos de S3, elija FullyReplicated. Esto indica que cada instancia 
de computación de machine learning debe utilizar todos los artefactos de modelos para el 
entrenamiento.

e. Para Tipo de compresión, seleccione Ninguno ya que estamos utilizando un modelo para el 
canal.
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f. Deje Tipo de contenido vacío. El tipo de contenido es el tipo de extensiones multipropósito 
de correo Internet (MIME) de los datos. Para los artefactos de los modelos, lo dejamos 
vacío.

g. Establezca Contenedor de registros en Ninguno porque los artefactos de modelos no se 
almacenan en formato RecordIO.

h. Para Tipo de datos de S3, si está utilizando un algoritmo integrado o un algoritmo que 
almacena el modelo como único archivo, elija S3Prefix. Si utiliza un algoritmo que almacena 
el modelo como varios archivos, elija Manifiesto.

i. Para Ubicación de S3, proporcione la dirección URL a la ruta donde ha almacenado 
los artefactos del modelo. Normalmente, el modelo se almacena con el nombre
model.tar.gz. Para encontrar la dirección URL de los artefactos del modelo, en el panel 
de navegación, haga clic en Inferencia y luego elija Modelos. En la lista de modelos, elija un 
modelo para mostrar su página de detalles. La dirección URL de los artefactos del modelo 
se muestra en Contenedor principal.

j. Seleccione Listo.

9. En Configuración de datos de salida, proporcione la siguiente información:

a. En Ubicación de S3, escriba la ruta al bucket de S3 donde desea almacenar los datos de 
salida.

b. (Opcional) En Clave de cifrado, puede añadir su clave de cifrado AWS Key Management 
Service (AWS KMS) para cifrar los datos de salida en reposo. Proporcione el ID de clave o 
su número de recurso de Amazon (ARN). Para obtener más información, consulte Claves 
de cifrado administradas por KMS.

10. (Opcional) En Etiquetas, agregue una o más etiquetas al trabajo de entrenamiento. Una etiqueta
son los metadatos que puede definir y asignar a los recursos de AWS. En este caso, puede usar 
las etiquetas para ayudarle a administrar sus trabajos de capacitación. Una etiqueta consta de 
una clave y un valor que define el usuario. Por ejemplo, es posible que desee crear una etiqueta 
con Project como una clave y un valor haciendo referencia a un proyecto que está relacionado 
con el trabajo de capacitación como, por ejemplo, Home value forecasts.

11. Elija Crear trabajo de entrenamiento. SageMaker crea y ejecuta trabajos de entrenamiento.

Una vez que el trabajo de entrenamiento se haya completado, los artefactos del modelo recién 
entrenado se almacenan en Ruta de salida de S3 que ha proporcionado en el campo Configuración 
de datos de salida. Para implementar el modelo para obtener predicciones, consulte Paso 5: 
Implementar el modelo en Amazon EC2.
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Realización de un entrenamiento incremental (API)

En este ejemplo se muestra cómo utilizar las API de SageMaker para entrenar un modelo mediante 
el algoritmo de clasificación de imágenes de SageMaker y el conjunto de datos de imágenes Caltech 
256 y, a continuación, entrenar un nuevo modelo con el primero. Utiliza Amazon S3 para orígenes de 
entrada y salida. Consulte el bloc de notas de muestra de capacitación incremental para obtener más 
información acerca de cómo usar la capacitación incremental.

Note

En este ejemplo hemos usado el conjunto de datos originales en la capacitación incremental; 
sin embargo puede utilizar diferentes conjuntos de datos, como, por ejemplo, los que 
contienen muestras que se han añadido recientemente. Cargue los nuevos conjuntos de 
datos en S3 y realice ajustes en la variable data_channels utilizada para capacitar el 
nuevo modelo.

Obtenga un rol de AWS Identity and Access Management (IAM) que conceda los permisos 
necesarios e inicialice las variables de entorno:

import sagemaker
from sagemaker import get_execution_role

role = get_execution_role()
print(role)

sess = sagemaker.Session()

bucket=sess.default_bucket()
print(bucket)
prefix = 'ic-incr-training'

Obtenga la imagen de capacitación para el algoritmo de clasificación de imágenes:

from sagemaker.amazon.amazon_estimator import get_image_uri

training_image = get_image_uri(sess.boto_region_name, 'image-classification', 
 repo_version="latest")
#Display the training image
print (training_image)
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Descargue los conjuntos de datos de entrenamiento y de validación y cárguelos en Amazon Simple 
Storage Service (Amazon S3):

import os
import urllib.request
import boto3

# Define a download function
def download(url): 
    filename = url.split("/")[-1] 
    if not os.path.exists(filename): 
        urllib.request.urlretrieve(url, filename)

# Download the caltech-256 training and validation datasets
download('http://data.mxnet.io/data/caltech-256/caltech-256-60-train.rec')
download('http://data.mxnet.io/data/caltech-256/caltech-256-60-val.rec')

# Create four channels: train, validation, train_lst, and validation_lst
s3train = 's3://{}/{}/train/'.format(bucket, prefix)
s3validation = 's3://{}/{}/validation/'.format(bucket, prefix)

# Upload the first files to the train and validation channels
!aws s3 cp caltech-256-60-train.rec $s3train --quiet
!aws s3 cp caltech-256-60-val.rec $s3validation --quiet

Defina los hiperparámetros de entrenamiento:

# Define hyperparameters for the estimator
hyperparams = { "num_layers": "18", 
                "resize": "32", 
                "num_training_samples": "50000", 
                "num_classes": "10", 
                "image_shape": "3,28,28", 
                "mini_batch_size": "128", 
                "epochs": "3", 
                "learning_rate": "0.1", 
                "lr_scheduler_step": "2,3", 
                "lr_scheduler_factor": "0.1", 
                "augmentation_type": "crop_color", 
                "optimizer": "sgd", 
                "momentum": "0.9", 
                "weight_decay": "0.0001", 
                "beta_1": "0.9", 
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                "beta_2": "0.999", 
                "gamma": "0.9", 
                "eps": "1e-8", 
                "top_k": "5", 
                "checkpoint_frequency": "1", 
                "use_pretrained_model": "0", 
                "model_prefix": "" }

Cree un objeto de estimador y capacite el primer modelo utilizando los conjuntos de datos de 
entrenamiento y validación:

# Fit the base estimator
s3_output_location = 's3://{}/{}/output'.format(bucket, prefix)
ic = sagemaker.estimator.Estimator(training_image, 
                                   role, 
                                   instance_count=1, 
                                   instance_type='ml.p2.xlarge', 
                                   volume_size=50, 
                                   max_run=360000, 
                                   input_mode='File', 
                                   output_path=s3_output_location, 
                                   sagemaker_session=sess, 
                                   hyperparameters=hyperparams)

train_data = sagemaker.inputs.TrainingInput(s3train, distribution='FullyReplicated', 
                                        content_type='application/x-recordio', 
 s3_data_type='S3Prefix')
validation_data = sagemaker.inputs.TrainingInput(s3validation, 
 distribution='FullyReplicated', 
                                             content_type='application/x-recordio', 
 s3_data_type='S3Prefix')

data_channels = {'train': train_data, 'validation': validation_data}

ic.fit(inputs=data_channels, logs=True)

Para utilizar el modelo para capacitar de manera incremental otro modelo, cree un nuevo objeto de 
estimador y utilice los artefactos del modelo (ic.model_data, en este ejemplo) para el argumento 
de entrada model_uri:

# Given the base estimator, create a new one for incremental training
incr_ic = sagemaker.estimator.Estimator(training_image, 
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                                        role, 
                                        instance_count=1, 
                                        instance_type='ml.p2.xlarge', 
                                        volume_size=50, 
                                        max_run=360000, 
                                        input_mode='File', 
                                        output_path=s3_output_location, 
                                        sagemaker_session=sess, 
                                        hyperparameters=hyperparams, 
                                        model_uri=ic.model_data) # This parameter will 
 ingest the previous job's model as a new channel
incr_ic.fit(inputs=data_channels, logs=True)

Una vez que haya completado el trabajo de capacitación, los artefactos del modelo recién capacitado 
se almacenan en la S3 output path que ha proporcionado en Output_path. Para implementar 
el modelo para obtener predicciones, consulte Paso 5: Implementar el modelo en Amazon EC2.

Utilice Managed Spot Training en Amazon SageMaker

Amazon SageMaker facilita el entrenamiento de modelos de aprendizaje automático mediante 
instancias puntuales gestionadas de Amazon EC2. El entrenamiento de spot administrado puede 
optimizar el coste de los modelos de entrenamiento hasta un 90 % con respecto a instancias bajo 
demanda. SageMaker gestiona las interrupciones puntuales en su nombre.

El entrenamiento de spot administrado usa instancias de Spot de Amazon EC2 para ejecutar trabajos 
de entrenamiento en lugar de instancias bajo demanda. Puede especificar qué trabajos de formación 
utilizan instancias puntuales y una condición de parada que especifique cuánto tiempo SageMaker 
espera a que se ejecute un trabajo con instancias puntuales de Amazon EC2. Las métricas y los 
registros generados durante las sesiones de entrenamiento están disponibles en. CloudWatch

El ajuste SageMaker automático de modelos de Amazon, también conocido como ajuste de 
hiperparámetros, puede utilizar un entrenamiento puntual gestionado. Para obtener más información, 
consulte Realice el ajuste automático del modelo con SageMaker.

Las instancias de Spot se pueden interrumpir, lo que hace que los trabajos tarden más en iniciarse 
o finalizar. Puede configurar su trabajo de entrenamiento puntual gestionado para utilizar puntos 
de control. SageMaker copia los datos de los puntos de control de una ruta local a Amazon S3. 
Cuando se reinicie el trabajo, SageMaker copia los datos de Amazon S3 de nuevo en la ruta local. 
A continuación, el entrenamiento puede reanudarse desde el último punto de control en lugar de 

Utilización del entrenamiento de spot administrado 4099



Amazon SageMaker Guía para desarrolladores

reiniciarse. Para obtener más información sobre los puntos de control, consulte Uso de puntos de 
control en Amazon SageMaker.

Note

A menos que su trabajo de formación se complete rápidamente, le recomendamos que utilice 
los puntos de control con una formación puntual gestionada. SageMaker Los algoritmos 
integrados y los algoritmos de mercado que no utilizan puntos MaxWaitTimeInSeconds de 
control están limitados actualmente a 3600 segundos (60 minutos).

Temas

• Utilización del entrenamiento de spot administrado

• Ciclo de vida del entrenamiento de spot administrado

Utilización del entrenamiento de spot administrado

Para utilizar el entrenamiento de spot administrado, cree un trabajo de entrenamiento. Establezca
EnableManagedSpotTraining en True y especifique el MaxWaitTimeInSeconds.
MaxWaitTimeInSeconds debe ser mayor que MaxRuntimeInSeconds. Para obtener información 
sobre la creación de un trabajo de capacitación, consulte DescribeTrainingJob.

Puede calcular los ahorros derivados del uso del entrenamiento de spot administrado mediante 
la fórmula (1 - (BillableTimeInSeconds / TrainingTimeInSeconds)) * 100. Por 
ejemplo, si BillableTimeInSeconds es 100 y TrainingTimeInSeconds 500, significa que su 
trabajo de entrenamiento duró 500 segundos, pero se le facturó solo 100 segundos. Sus ahorros son 
de (1 - (100/500)) * 100 = 80%.

Para saber cómo ejecutar trabajos de formación en instancias SageMaker puntuales de Amazon y 
cómo funciona la formación puntual gestionada y reduce el tiempo facturable, consulta los siguientes 
cuadernos de ejemplo:

• Capacitación puntual gestionada con TensorFlow

• Capacitación puntual gestionada con PyTorch

• Entrenamiento de spot administrado con XGBoost

• Entrenamiento de spot administrado con MXNet
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• GitHub Repositorio de ejemplos de formación de Amazon SageMaker Managed Spot

Ciclo de vida del entrenamiento de spot administrado

Puede monitorizar un trabajo de capacitación utilizando TrainingJobStatus y
SecondaryStatus devuelto por DescribeTrainingJob. La lista siguiente muestra cómo cambian los 
valores TrainingJobStatus y SecondaryStatus en función del escenario de entrenamiento:

• Instancias de spot adquiridas sin interrupción durante el entrenamiento

1. InProgress: Starting↠ Downloading ↠ Training ↠ Uploading

• Instancias de spot interrumpidas una vez. Posteriormente, se adquirieron suficientes instancias de 
spot para finalizar el trabajo de entrenamiento.

1. InProgress: Starting ↠ Downloading ↠ Training ↠ Interrupted ↠ Starting ↠
Downloading ↠ Training ↠ Uploading

• Las instancias de spot se interrumpieron dos veces y se superó MaxWaitTimeInSeconds.

1. InProgress: Starting ↠ Downloading ↠ Training ↠ Interrupted ↠ Starting ↠
Downloading ↠ Training ↠ Interrupted ↠ Downloading ↠ Training

2. Stopping: Stopping

3. Stopped: MaxWaitTimeExceeded

• Las instancias de spot nunca se lanzaron.

1. InProgress: Starting

2. Stopping: Stopping

3. Stopped: MaxWaitTimeExceeded

Entrenar con grupos de calentamiento administradas por 
SageMaker

Los grupos de calentamiento administrados por Sagemaker le permiten conservar y reutilizar la 
infraestructura aprovisionada después de completar un trabajo de entrenamiento para reducir la 
latencia de las cargas de trabajo repetitivas, como la experimentación iterativa o la ejecución de 
muchos trabajos de forma consecutiva. Los trabajos de entrenamiento posteriores que coincidan con 
los parámetros especificados se ejecutan en la infraestructura de grupos de calentamiento retenidos, 
lo que acelera los tiempos de inicio al reducir el tiempo dedicado a aprovisionar los recursos.
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Important

Los grupos de calentamiento administrados por SageMaker son un recurso facturable. Para 
obtener más información, consulte Facturación.

Temas

• Cómo funciona

• Límites de recursos de grupos de calentamiento

• Cómo utilizar los grupos de calentamiento administrados por SageMaker

• Consideraciones

Cómo funciona

Para utilizar grupos de calentamiento administrados por SageMaker y reducir la latencia entre 
trabajos de entrenamiento consecutivos similares, cree un trabajo de entrenamiento que especifique 
un valor KeepAlivePeriodInSeconds en su ResourceConfig. Este valor representa el tiempo 
en segundos que se tarda en retener los recursos configurados en un grupo de calentamiento para 
los siguientes trabajos de entrenamiento. Si necesita ejecutar varios trabajos de entrenamiento con 
configuraciones similares, puede reducir aún más la latencia y el tiempo facturable utilizando un 
directorio de caché persistente dedicado para almacenar y reutilizar la información en un trabajo 
diferente.

Temas

• Ciclo de vida de un grupo

• Creación de un grupo de calentamiento

• Emparejar trabajos de entrenamiento

• Duración máxima de un grupo de calentamiento

• Uso de caché persistente

• Facturación
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Ciclo de vida de un grupo

1. Cree un trabajo de entrenamiento inicial con un valor KeepAlivePeriodInSeconds superior 
a 0. Al ejecutar este primer trabajo de entrenamiento, se “pone en marcha en frío” un clúster con 
tiempos de inicio típicos.

2. Cuando se completa el primer trabajo de entrenamiento, los recursos aprovisionados se 
mantienen activos en un grupo de calentamiento durante el período especificado en el valor
KeepAlivePeriodInSeconds. Mientras el clúster esté en buen estado y el grupo de 
calentamiento se encuentre dentro de los valores especificados KeepAlivePeriodInSeconds, 
el estado del grupo de calentamiento es Available.

3. El grupo de calentamiento permanece Available hasta que identifique un trabajo de 
entrenamiento adecuado para su reutilización o supere los KeepAlivePeriodInSeconds
especificados y finalice. El tiempo máximo permitido para KeepAlivePeriodInSeconds es de 
3600 segundos (60 minutos). Si el estado del grupo de calentamiento esTerminated, entonces 
este es el final del ciclo de vida del grupo de calentamiento.

4. Si el grupo de calentamiento identifica un segundo trabajo de entrenamiento con especificaciones 
coincidentes, como el número de instancias o el tipo de instancia, el grupo de calentamiento pasa 
del primer trabajo de entrenamiento al segundo trabajo de entrenamiento para su reutilización. El 
estado del primer grupo de calentamiento del trabajo de entrenamiento pasa a ser Reused. Este 
es el final del ciclo de vida del grupo de calentamiento para el primer trabajo de entrenamiento.

5. El estado del segundo trabajo de entrenamiento en el que se reutilizó el grupo de calentamiento 
pasa a ser InUse. Una vez finalizado el segundo trabajo de entrenamiento, el grupo de 
calentamiento está Available para durante KeepAlivePeriodInSeconds especificado en el 
segundo trabajo de entrenamiento. Un grupo de calentamiento puede continuar desplazándose a 
los siguientes trabajos de entrenamiento coincidentes durante un máximo de 28 días.

6. Si el grupo de calentamiento ya no está disponible para su reutilización, el estado del grupo de 
calentamiento es Terminated. Los grupos de calentamiento dejarán de estar disponibles si un 
usuario los cierra, si se actualiza un parche o si se superan los KeepAlivePeriodInSeconds
especificados.

Para obtener más información sobre las opciones de estado de los grupos de calentamiento, 
consulte WarmPoolStatus en la Referencia de la API de Amazon SageMaker.
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Creación de un grupo de calentamiento

Si un trabajo de entrenamiento inicial se completa correctamente y tiene un valor
KeepAlivePeriodInSeconds superior a 0, se crea un grupo de calentamiento. Si detiene un 
trabajo de entrenamiento después de que se haya lanzado un clúster, se retendrá un grupo de 
calentamiento. Si el trabajo de entrenamiento falla debido a un error del algoritmo o del cliente, se 
retendrá un grupo de calentamiento. Si el trabajo de entrenamiento falla por cualquier otro motivo 
que pueda comprometer el estado del clúster, no se crea el grupo de calentamiento.

Para comprobar que la creación de un grupo de calentamiento se ha realizado correctamente, 
compruebe el estado del grupo de calentamiento de su trabajo de entrenamiento. Si un grupo de 
calentamiento se aprovisiona correctamente, el estado del grupo de calentamiento es Available. 
Si un grupo de calentamiento no se aprovisiona, el estado del grupo de calentamiento es
Terminated.

Emparejar trabajos de entrenamiento

Para que un grupo de calentamiento persista, debe encontrar un trabajo de entrenamiento adecuado 
en el tiempo especificado en el valor KeepAlivePeriodInSeconds. El siguiente trabajo de 
entrenamiento coincide si los valores siguientes son idénticos:

• RoleArn

• Valores ResourceConfig:

• InstanceCount

• InstanceType

• VolumeKmsKeyId

• VolumeSizeInGB

• Valores VpcConfig:

• SecurityGroupIds

• Subnets

• EnableInterContainerTrafficEncryption

• EnableNetworkIsolation

Todos estos valores deben ser los mismos para que un grupo de calentamiento pase a un trabajo de 
entrenamiento posterior para su reutilización.
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Duración máxima de un grupo de calentamiento

Los KeepAlivePeriodInSeconds máximospara un solo trabajo de entrenamiento es de 3600 
segundos (60 minutos) y el tiempo máximo que un grupo de grupos ce calentamiento puede 
continuar realizando trabajos de entrenamiento consecutivos es de 28 días.

Cada trabajo de entrenamiento posterior también debe especificar un valor
KeepAlivePeriodInSeconds. Cuando el grupo de calentamiento pasa al siguiente trabajo 
de entrenamiento, hereda el nuevo valor KeepAlivePeriodInSeconds especificado en ese
ResourceConfig del trabajo de entrenamiento. De esta forma, puede mantener un grupo de 
calentamiento desplazándose de un trabajo de entrenamiento a otro durante un máximo de 28 días.

Si no se especifica KeepAlivePeriodInSeconds, el grupo de calentamiento gira hacia abajo una 
vez que se complete el trabajo de entrenamiento.

Uso de caché persistente

Al crear un grupo de calentamiento, Sagemaker monta un directorio especial en el volumen que 
persistirá durante todo el ciclo de vida del grupo de calentamiento. Este directorio también se puede 
usar para almacenar información que desee reutilizar en otro trabajo.

El uso de la caché persistente puede reducir la latencia y el tiempo facturable en comparación con el 
uso exclusivo de grupos calientes para trabajos que requieren lo siguiente:

• interacciones múltiples con configuraciones similares

• trabajos de entrenamiento incremental

• Optimización de hiperparámetros

Por ejemplo, puede evitar descargar las mismas dependencias de Python en ejecuciones repetidas 
configurando un directorio de caché pip dentro del directorio de caché persistente. Usted es el único 
responsable de administrar el contenido de este directorio. Los siguientes son ejemplos de tipos de 
información que puede poner en su caché persistente para ayudar a reducir la latencia y el tiempo 
facturable.

• Dependencias administradas por pip.

• Dependencias administradas por conda.

• Información sobre puntos de control.

• Cualquier información adicional generada durante el entrenamiento.
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La ubicación de la caché persistente es /opt/ml/sagemaker/warmpoolcache. La variable de 
entorno SAGEMAKER_MANAGED_WARMPOOL_CACHE_DIRECTORY apunta a la ubicación del directorio 
de caché persistente.

En el siguiente ejemplo de código, se muestra cómo configurar un grupo de calentamiento y cómo 
utilizar la caché persistente para almacenar las dependencias de pip y utilizarlas en un trabajo 
posterior. El trabajo siguiente debe ejecutarse dentro del período de tiempo indicado por el parámetro
keep_alive_period_in_seconds.

import sagemakerfrom sagemaker import get_execution_rolefrom sagemaker.tensorflow 
 import TensorFlow
# Creates a SageMaker session and gets execution role
session = sagemaker.Session()
role = get_execution_role()
# Creates an example estimator
estimator = TensorFlow( 
    ... 
    entry_point='my-training-script.py', 
    source_dir='code', 
    role=role, 
    model_dir='model_dir', 
    framework_version='2.2', 
    py_version='py37', 
    job_name='my-training-job-1', 
    instance_type='ml.g4dn.xlarge', 
    instance_count=1, 
    volume_size=250, 
    hyperparameters={
"batch-size": 512, 
        "epochs": 1, 
        "learning-rate": 1e-3, 
        "beta_1": 0.9, 
        "beta_2": 0.999, 
    }, 
    keep_alive_period_in_seconds=1800, 
    environment={"PIP_CACHE_DIR": "/opt/ml/sagemaker/warmpoolcache/pip"}
)

En el ejemplo de código anterior, al utilizar el parámetro environment, se exporta la variable de 
environment PIP_CACHE_DIRECTORY para que apunte al directorio /opt/ml/sagemaker/
warmpoolcache/pip. La exportación de esta variable de environment cambiará el lugar donde pip 
almacena su caché en la nueva ubicación. Cualquier directorio, incluidos los directorios anidados, 
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que cree dentro del directorio de caché persistente estará disponible para su reutilización durante 
una sesión de entrenamiento posterior. En el ejemplo de código anterior, un directorio llamado
pip se cambia para que sea la ubicación predeterminada para almacenar en caché cualquier 
dependencia instalada mediante pip.

También se puede acceder a la ubicación de la caché persistente desde el script de entrenamiento 
de Python mediante la variable de entorno, como se muestra en el siguiente ejemplo de código.

import os
import shutil
if __name__ == '__main__': 
    PERSISTED_DIR = os.environ["SAGEMAKER_MANAGED_WARMPOOL_CACHE_DIRECTORY"] 

    # create a file to be persisted 
    open(os.path.join(PERSISTED_DIR, "test.txt"), 'a').close() 
    # create a directory to be persisted 
    os.mkdir(os.path.join(PERSISTED_DIR, "test_dir")) 

    # Move a file to be persisted 
    shutil.move("path/of/your/file.txt", PERSISTED_DIR)

Facturación

Los grupos de calentamiento administrados por SageMaker son un recurso facturable. Consulte 
el estado del grupo de calentamiento para su trabajo de entrenamiento y compruebe el tiempo 
facturable de sus grupos de calentamiento. Puede comprobar el estado del grupo de calentamiento 
a través del comando DescribeTrainingJob de la API Uso de la consola de Amazon SageMaker o 
directamente a través del comando DescribeTrainingJob. Para obtener más información, consulte
WarmPoolStatus en la Referencia de la API de Amazon SageMaker.

Note

Una vez transcurrido el tiempo especificado por el parámetro
KeepAlivePeriodInSeconds, tanto el grupo de calentamiento como la caché persistente 
se cerrarán y el contenido se eliminará.

Cómo funciona 4107

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_WarmPoolStatus.html


Amazon SageMaker Guía para desarrolladores

Límites de recursos de grupos de calentamiento

Para empezar, primero debe solicitar un aumento del límite de servicio para los grupos de 
calentamiento administrados por SageMaker. El límite de recursos predeterminado para los grupos 
de calentamiento es 0.

Si se crea un trabajo de entrenamiento con KeepAlivePeriodInSeconds especificado, pero 
no se ha solicitado un aumento del límite de grupo de calentamiento, no se conservará el grupo 
de calentamiento una vez finalizado el trabajo de entrenamiento. Un grupo de calentamiento 
solo se crea si el límite de su grupo de calentamiento tiene recursos suficientes. Una vez 
creada un grupo de calentamiento, los recursos se liberan cuando se trasladan a un puesto de 
entrenamiento correspondiente o si KeepAlivePeriodInSeconds caduca (si el estado del grupo 
de calentamiento es Reused oTerminated).

Solicitar un aumento de cuota del grupo de calentamiento

Solicitar un aumento de cuota de IAM mediante la consola Service Quotas de AWS.

Note

El uso de todas las instancias de grupos de calentamiento se tiene en cuenta para el límite 
de recursos de entrenamiento de SageMaker. Aumentar el límite de recursos del grupo de 
calentamiento no aumenta el límite de instancias, sino que asigna un subconjunto del límite 
de recursos al entrenamiento en el grupo de calentamiento.

1. Abra la consola de Service Quotas de AWS.

2. En el panel de navegación de la izquierda, elija AWS Services (Servicios de ).

3. Busque y elija Amazon SageMaker.

4. Busquea la palabra clave warm pool para ver todas las cuotas de servicio del grupo de 
calentamiento disponibles.

5. Busque el tipo de instancia para el que quiere aumentar su cuota de grupo de calentamiento, 
seleccione la cuota de servicio de grupo de calentamiento para ese tipo de instancia y seleccione
Request quota increase (Solicitar aumento de cuota).

6. Introduzca el número límite de instancia solicitado en Change quota value (Cambiar valor de 
cuota). El nuevo valor debe ser mayor que el valor de cuota aplicado.

7. Seleccione Request (Solicitar).
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Hay un límite de instancias que se pueden conservar para cada cuenta, que se determina por tipo 
de instancia. Puede comprobar sus límites de recursos en la consola de Service Quotas de AWS
o directamente mediante el comando de CLI list-service-quotaAWS. Para obtener más información 
sobre Service Quotas de AWS, consulte Solicitud de un aumento de cuota en la Guía del usuario de 
Service Quotas.

Puede también usar el Centro de soporte de AWS para solicitar un aumento de cuotas de grupos 
de calentamiento. Para obtener una lista de los tipos de instancias disponibles por región, consulte
Precios de Amazon Sagemaker y elija Training (Entrenamiento) en la tabla On-Demand Pricing 
(recios bajo demanda).

Cómo utilizar los grupos de calentamiento administrados por SageMaker

Puede utilizar las piscinas calientes administradas por SageMaker a través del SDK de Python de 
SageMaker, la consola de Amazon SageMaker o mediante las API de bajo nivel. De forma opcional, 
los administradores pueden utilizar la clave de condición sagemaker:KeepAlivePeriod para 
restringir aún más los límites de KeepAlivePeriodInSeconds para determinados usuarios o 
grupos.

Temas

• Uso de SageMaker Python SDK

• Uso de la consola de Amazon SageMaker

• Uso de las API de SageMaker de bajo nivel

• Clave de condición de IAM

Uso de SageMaker Python SDK

Cree, actualice o finalice las piscinas calientes mediante SageMaker Python SDK.

Note

Esta característica está disponible en SageMaker Python SDK v2.110.0 y versiones 
posteriores.

Temas
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• Creación de un grupo de calentamiento

• Actualización de un grupo de calentamiento

• Terminar un grupo de calentamiento

Creación de un grupo de calentamiento

Para crear una piscina caliente, utilice SageMaker Python SDK para crear un estimador con un
keep_alive_period_in_seconds valor superior a 0 y llame. fit() Cuando se completa el 
trabajo de entrenamiento, se conserva un grupo de calentamiento. Para obtener más información 
sobre los scripts de entrenamiento y estimadores, consulte Entrenar un modelo con el SDK de 
Python de SageMaker. Si su script no crea un grupo de calentamiento, consulte Creación de un 
grupo de calentamiento para posibles explicaciones.

import sagemaker
from sagemaker import get_execution_role
from sagemaker.tensorflow import TensorFlow

# Creates a SageMaker session and gets execution role
session = sagemaker.Session()
role = get_execution_role()

# Creates an example estimator
estimator = TensorFlow( 
    ... 
    entry_point='my-training-script.py', 
    source_dir='code', 
    role=role, 
    model_dir='model_dir', 
    framework_version='2.2', 
    py_version='py37', 
    job_name='my-training-job-1', 
    instance_type='ml.g4dn.xlarge', 
    instance_count=1, 
    volume_size=250, 
    hyperparameters={ 
        "batch-size": 512, 
        "epochs": 1, 
        "learning-rate": 1e-3, 
        "beta_1": 0.9, 
        "beta_2": 0.999, 
    }, 
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    keep_alive_period_in_seconds=1800,
)

# Starts a SageMaker training job and waits until completion
estimator.fit('s3://my_bucket/my_training_data/')              

A continuación, cree un segundo trabajo de entrenamiento coincidente. En este ejemplo, creamos
my-training-job-2, que tiene todos los atributos necesarios para coincidir con my-training-
job-1, pero tiene un hiperparámetro diferente para la experimentación. El segundo trabajo de 
entrenamiento reutiliza el grupo de calentamiento y se inicia más rápido que el primer trabajo 
de entrenamiento. En el siguiente ejemplo de código se utiliza un estimador de Tensorflow. La 
característica de grupo de calentamiento se puede utilizar con cualquier algoritmo de entrenamiento 
que se ejecute en Amazon SageMaker. Para obtener más información sobre los atributos que deben 
coincidir, consulte Emparejar trabajos de entrenamiento.

# Creates an example estimator
estimator = TensorFlow( 
    ... 
    entry_point='my-training-script.py', 
    source_dir='code', 
    role=role, 
    model_dir='model_dir', 
    framework_version='py37', 
    py_version='pyxy', 
    job_name='my-training-job-2', 
    instance_type='ml.g4dn.xlarge', 
    instance_count=1, 
    volume_size=250, 
    hyperparameters={ 
        "batch-size": 512, 
        "epochs": 2, 
        "learning-rate": 1e-3, 
        "beta_1": 0.9, 
        "beta_2": 0.999, 
    }, 
    keep_alive_period_in_seconds=1800,
)

# Starts a SageMaker training job and waits until completion
estimator.fit('s3://my_bucket/my_training_data/')            
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Compruebe el estado del grupo de calentamiento en ambos trabajos de entrenamiento para 
confirmar que el grupo de calentamiento es Reused para my-training-job-1 y InUse para my-
training-job-2.

Note

Los nombres de los trabajos de entrenamiento tienen sufijos de fecha y hora. Los nombres 
de los trabajos de entrenamiento del ejemplo my-training-job-1 y my-training-
job-2 deberían sustituirse por los nombres reales de los trabajos de entrenamiento. Puede 
utilizar el comando estimator.latest_training_job.job_name para obtener el 
nombre real del trabajo de entrenamiento.

session.describe_training_job('my-training-job-1')
session.describe_training_job('my-training-job-2')

El resultado de describe_training_job proporciona todos los detalles sobre un trabajo de 
entrenamiento determinado. Busque el atributo WarmPoolStatus para comprobar la información 
sobre el grupo de calentamiento de un trabajo de entrenamiento. El resultado debería tener un 
aspecto similar al siguiente ejemplo:

# Warm pool status for training-job-1
...
'WarmPoolStatus': {'Status': 'Reused',  
  'ResourceRetainedBillableTimeInSeconds': 1000, 
  'ReusedByName': my-training-job-2}
...

# Warm pool status for training-job-2
...  
'WarmPoolStatus': {'Status': 'InUse'}
...              

Actualización de un grupo de calentamiento

Cuando se complete el trabajo de entrenamiento y se encuentre el estado del grupo de 
calentamiento sea Available, podrá actualizar el valor KeepAlivePeriodInSeconds.
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session.update_training_job(job_name, 
 resource_config={"KeepAlivePeriodInSeconds":3600})

Terminar un grupo de calentamiento

Para terminar manualmente un grupo de calentamiento, establezca el valor
KeepAlivePeriodInSeconds  en 0.

session.update_training_job(job_name, resource_config={"KeepAlivePeriodInSeconds":0})

El grupo de calentamiento termina automáticamente cuando supera el valor
KeepAlivePeriodInSeconds designado o si hay una actualización de parche para el clúster.

Uso de la consola de Amazon SageMaker

A través de la consola, puede crear un grupo de calentamiento, liberar un grupo de calentamiento o 
comprobar el estado del grupo de calentamiento y el tiempo facturable de trabajos de entrenamiento 
específicos. También puede ver qué trabajo de entrenamiento coincidente reutilizó un grupo de 
calentamiento.

1. Abra la consola de Amazon SageMaker y seleccione Training jobs (Trabajos de entrenamiento)
en el panel de navegación. Si corresponde, el estado del grupo de calentamiento de cada 
trabajo de entrenamiento aparece en la columna Warm pool status (Estado del grupo de 
calentamiento) y el tiempo que queda para un grupo de calentamiento activa aparece en la 
columna Time left (Tiempo restante).

2. Para crear un trabajo de entrenamiento que utilice un grupo de calentamiento desde la consola, 
seleccione Create training job (Crear trabajo de entrenamiento). A continuación, asegúrese de 
especificar un valor para el campo Keep alive period (Período de mantenimiento de vida) al 
configurar los recursos del trabajo de entrenamiento. Este valor debe ser un número entero entre 
1 y 3600, que representa la duración del tiempo en segundos.

3. Para liberar un grupo de calentamiento de la consola, seleccione un trabajo de entrenamiento 
específico y elija Release cluster (Liberar clúster) en el menú desplegable Actions (Acciones).

4. Para ver más información sobre un grupo de calentamiento, selecciónelo de un trabajo 
de entrenamiento. En la página de detalles del trabajo, desplácese hacia abajo hasta la 
sección Warm pool status (Estadode grupo de calentamiento) para ver el estado del grupo de 
calentamiento, el tiempo restante si el estado del grupo de calentamiento es Available, los 
segundos facturables del mismo y el nombre del trabajo de entrenamiento que los reutilizó si su 
estado es Reused.
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Uso de las API de SageMaker de bajo nivel

Utilice los grupos de calentamiento administrados por SageMaker con la API de SageMaker o la CLI 
de AWS.

API de SageMaker

Configure los grupos de calentamiento administrados por SageMaker utilizando la API de SageMaker 
con los siguientes comandos:

• CreateTrainingJob

• UpdateTrainingJob

• ListTrainingJobs

• DescribeTrainingJob

AWS CLI

Configure los grupos de calentamiento administrados por SageMaker utilizando la CLI de AWS con 
los siguientes comandos:

• create-training-job

• update-training-job

• list-training-jobs

• describe-training-job

Clave de condición de IAM

De forma opcional, los administradores pueden utilizar la clave de condición
sagemaker:KeepAlivePeriod para restringir aún más los límites de
KeepAlivePeriodInSeconds para determinados usuarios o grupos. Los grupos de calentamiento 
administrados por SageMaker están limitados a un valor KeepAlivePeriodInSeconds de 3600 
segundos (60 minutos), pero los administradores pueden reducir este límite si es necesario.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnforceKeepAlivePeriodLimit", 
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            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "NumericLessThanIfExists": { 
                    "sagemaker:KeepAlivePeriod": 1800
                } 
            } 
        } 
    ]
}

Para obtener más información, consulte Claves de condición de Amazon SageMaker en la
Referencia de autorizaciones de servicio.

Consideraciones

Tenga en cuenta los siguientes elementos de calentamiento administrados por SageMaker.

• Los grupos de calentamiento administrados por SageMaker no se pueden utilizar con el 
entrenamiento de clústeres heterogéneos.

• Los grupos de calentamiento administrados por SageMaker no se pueden utilizar con instancias de 
spot.

• Las grupos de calentamiento administrados por SageMaker se limitan a un valor
KeepAlivePeriodInSeconds de 3600 segundos (60 minutos).

• Si un grupo de calentamiento sigue igualando correctamente los trabajos de entrenamiento dentro 
del valor KeepAlivePeriodInSeconds especificado, el clúster solo podrá seguir funcionando 
durante un máximo de 28 días.

Supervisa y analiza los trabajos de formación con Amazon 
CloudWatch Metrics

Un trabajo de SageMaker formación de Amazon es un proceso iterativo que enseña a un modelo 
a hacer predicciones mediante la presentación de ejemplos de un conjunto de datos de formación. 
Normalmente, un algoritmo de entrenamiento calcula varias métricas, como, por ejemplo, error 
de entrenamiento y precisión de predicción. Estas métricas ayudan a diagnosticar si el modelo 
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aprende bien y si generalizará bien a fin de realizar predicciones sobre datos no vistos anteriormente. 
El algoritmo de entrenamiento escribe los valores de estas métricas en los registros, que los 
SageMaker monitorizan y envían a Amazon CloudWatch en tiempo real. Para analizar el rendimiento 
de su trabajo de capacitación, puede ver gráficos de estas métricas en CloudWatch. Cuando se 
ha completado un trabajo de entrenamiento, también puede obtener una lista de los valores de las 
métricas que calcula en su última iteración llamando a la operación DescribeTrainingJob.

Note

Amazon CloudWatch admite métricas personalizadas de alta resolución y su mejor 
resolución es de 1 segundo. Sin embargo, cuanto más fina sea la resolución, menor será 
la vida útil de las CloudWatch métricas. Para la resolución de frecuencia de 1 segundo, las 
CloudWatch métricas están disponibles durante 3 horas. Para obtener más información 
sobre la resolución y la duración de las CloudWatch métricas, consulta la referencia
GetMetricStatisticsde las CloudWatch API de Amazon.

Tip

Si desea perfilar su trabajo de formación con una resolución más precisa, con una 
granularidad de hasta 100 milisegundos (0,1 segundos) y almacenar las métricas de 
formación de forma indefinida en Amazon S3 para su análisis personalizado en cualquier 
momento, considere la posibilidad de utilizar Amazon Debugger. SageMaker  SageMaker 
Debugger proporciona reglas integradas para detectar automáticamente los problemas de 
entrenamiento más comunes; detecta los problemas de uso de los recursos de hardware 
(como los cuellos de botella de la CPU, la GPU y la E/S) y los problemas de modelos no 
convergentes (como el sobreajuste, la desaparición de los gradientes y la explosión de los 
tensores). SageMaker Debugger también proporciona visualizaciones a través de Studio 
Classic y su informe de creación de perfiles. Para explorar las visualizaciones del depurador, 
consulte el tutorial del panel de control de SageMaker Debugger Insights, el tutorial del 
informe de creación de perfiles del depurador y el análisis de datos mediantela biblioteca de 
clientes de SMDebug.

Temas

• Definición de las métricas de entrenamiento

• Supervisión de las métricas de los trabajos de formación (CloudWatch consola)
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• Monitorización de métricas de trabajos de capacitación (consola de SageMaker)

• Ejemplo: visualización de una curva de entrenamiento y validación

Definición de las métricas de entrenamiento

SageMaker analiza automáticamente los registros de trabajos de formación y envía las métricas de 
formación a. CloudWatch De forma predeterminada, SageMaker envía las métricas de utilización 
de los recursos del sistema que figuran en SageMaker Jobs and Endpoint Metrics. Si SageMaker 
desea analizar los registros y enviar métricas personalizadas de un trabajo de formación de su propio 
algoritmo CloudWatch, debe especificar las definiciones de las métricas pasando el nombre de las 
métricas y las expresiones regulares al configurar una solicitud de trabajo de SageMaker formación.

Puede especificar las métricas de las que desea realizar un seguimiento mediante la SageMaker 
consola, el SDK de SageMaker Python o la SageMaker API de bajo nivel.

Si utiliza su propio algoritmo, haga lo siguiente:

• Asegúrese de que el algoritmo escribe en los registros las métricas que desea capturar.

• Defina una expresión regular que busque con precisión en los registros para capturar los valores 
de las métricas a las que desea enviar CloudWatch.

Por ejemplo, suponga que su algoritmo emite métricas para errores de entrenamiento y errores de 
validación:

Train_error=0.138318;  Valid_error=0.324557;

Si quieres monitorizar ambas métricas CloudWatch, el diccionario de las definiciones de métricas 
debería tener el siguiente aspecto:

[ 
    { 
        "Name": "train:error", 
        "Regex": "Train_error=(.*?);" 
    }, 
    { 
        "Name": "validation:error", 
        "Regex": "Valid_error=(.*?);" 
    }     

Definición de las métricas de entrenamiento 4117

https://docs.aws.amazon.com/sagemaker/latest/dg/monitoring-cloudwatch.html#cloudwatch-metrics-jobs
https://github.com/aws/sagemaker-python-sdk


Amazon SageMaker Guía para desarrolladores

]

En la expresión regular para la métrica train:error definida anteriormente, la primera parte de la 
expresión regular encuentra el texto exacto "Train_error =", y la expresión (.*?); captura cualquier 
carácter hasta que aparece el primer carácter de punto y coma. En esta expresión, el paréntesis 
indica a la expresión regular que debe capturar lo que está dentro de ellos, . significa cualquier 
carácter, * significa cero o más caracteres y ? significa realizar la captura solo hasta la primera 
instancia del carácter ;.

Defina métricas con el SDK de SageMaker Python

Defina las métricas a las que desea realizar el envío CloudWatch especificando una lista de nombres 
de métricas y expresiones regulares como metric_definitions argumento al inicializar un
Estimator objeto. Por ejemplo, si quieres monitorizar tanto las validation:error métricas 
como train:error las incluidas CloudWatch, tu Estimator inicialización tendría el siguiente 
aspecto:

import sagemaker
from sagemaker.estimator import Estimator

estimator = Estimator( 
    image_uri="your-own-image-uri", 
    role=sagemaker.get_execution_role(),  
    sagemaker_session=sagemaker.Session(), 
    instance_count=1, 
    instance_type='ml.c4.xlarge', 
    metric_definitions=[ 
       {'Name': 'train:error', 'Regex': 'Train_error=(.*?);'}, 
       {'Name': 'validation:error', 'Regex': 'Valid_error=(.*?);'} 
    ]
)

Para obtener más información sobre el entrenamiento con estimadores del SDK de Amazon 
SageMaker Python, consulte Sagemaker Python SDK en. GitHub

Defina las métricas mediante la consola SageMaker

Si elige la opción Su propio contenedor de algoritmos en ECR como fuente de algoritmos en la 
SageMaker consola al crear un trabajo de formación, añada las definiciones de métricas en la 
sección Métricas. La siguiente captura de pantalla muestra cómo debería quedar después de añadir 
los nombres de las métricas de ejemplo y las expresiones regulares correspondientes.
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Defina las métricas mediante la API de bajo nivel SageMaker

Defina las métricas a las que desea realizar el envío CloudWatch especificando una lista de 
nombres de métricas y expresiones regulares en el MetricDefinitions campo del parámetro 
de AlgorithmSpecificationentrada que pase a la CreateTrainingJoboperación. Por 
ejemplo, si desea supervisar tanto train:error las validation:error métricas como las
AlgorithmSpecification que contiene CloudWatch, tendría el siguiente ejemplo:
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"AlgorithmSpecification": { 
    "TrainingImage": your-own-image-uri, 
    "TrainingInputMode": "File", 
    "MetricDefinitions" : [ 
        { 
            "Name": "train:error", 
            "Regex": "Train_error=(.*?);" 
        }, 
        { 
            "Name": "validation:error", 
            "Regex": "Valid_error=(.*?);" 
        } 
    ]
}

Para obtener más información sobre cómo definir y ejecutar un trabajo de formación mediante la 
SageMaker API de bajo nivel, consulte CreateTrainingJob.

Supervisión de las métricas de los trabajos de formación (CloudWatch 
consola)

Puede monitorizar las métricas que emite un trabajo de capacitación en tiempo real en la consola de 
CloudWatch.

Para supervisar las métricas de los trabajos de formación (CloudWatch consola)

1. Abra la CloudWatch consola en https://console.aws.amazon.com/cloudwatch.

2. Elija Metrics y, a continuación, elija /aws/sagemaker/ TrainingJobs.

3. Elige. TrainingJobName

4. En la pestaña All metrics (Todas las métricas), elija los nombres de las métricas que desea 
monitorizar.

5. En la pestaña Graphed metrics (Métricas representadas), configure las opciones de gráficos. 
Para obtener más información sobre el uso de CloudWatch gráficos, consulta Graph Metrics en 
la Guía del CloudWatch usuario de Amazon.
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Monitorización de métricas de trabajos de capacitación (consola de 
SageMaker)

Puede monitorizar las métricas que emite un trabajo de capacitación en tiempo real mediante la 
consola de SageMaker.

Para monitorear las métricas de los trabajos de formación (SageMaker consola)

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker.

2. Elija Training jobs (Trabajos de entrenamiento) y, a continuación, elija el trabajo de 
entrenamiento cuyas métricas desea ver.

3. Elige TrainingJobName.

4. En la sección Monitor (Monitorización), puede ver los gráficos de utilización de las instancias y 
las métricas de los algoritmos.
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Ejemplo: visualización de una curva de entrenamiento y validación

Normalmente, puede dividir los datos que utiliza en el entrenamiento de su modelo en conjuntos de 
datos de entrenamiento y de validación. Puede utilizar el conjunto de datos de entrenamiento para 
entrenar los parámetros del modelo que se utilizan para realizar predicciones en el conjunto de datos 
de entrenamiento. A continuación, puede probar la exactitud con que el modelo realiza predicciones 
calculando predicciones para el conjunto de datos de validación. Para analizar el rendimiento de un 
trabajo de entrenamiento, se suele representar una curva de entrenamiento junto a una curva de 
validación.

Visualizar un gráfico que muestre la precisión de los conjuntos de datos de entrenamiento y de 
validación a lo largo del tiempo puede ayudarle a mejorar el rendimiento del modelo. Por ejemplo, si 
la precisión de la entrenamiento sigue aumentando con el paso del tiempo, pero, en algún momento, 
la precisión de la validación comienza a disminuir, es probable que esté sobreajustando el modelo. 
Para solucionar este problema, puede realizar ajustes en el modelo, como, por ejemplo, aumentar la
regularización.

Para este ejemplo, puedes usar el mage-classification-full-training ejemplo I de la sección Ejemplos 
de cuadernos de tu instancia de SageMaker cuaderno. Si no tienes una instancia de SageMaker 
bloc de notas, crea una siguiendo las instrucciones que aparecen enPaso 1: Crear una instancia de 
Amazon SageMaker Notebook. Si lo prefiere, puede seguir el ejemplo de clasificación de imágenes 
multiclase de principio a fin del cuaderno de ejemplo. GitHub Asimismo, necesitará un bucket de 
Amazon S3 para almacenar los datos de la entrenamiento y para la salida del modelo.

Para ver las curvas de errores de entrenamiento y validación

1. Abra la SageMaker consola en https://console.aws.amazon.com/sagemaker.

2. Elija Notebooks (Bloc de notas), a continuación, elija Notebook instances (Instancias de bloc de 
notas).

3. Elija la instancia de bloc de notas que desea utilizar y, a continuación, elija Open (Abrir).

4. En el panel de control de la instancia de tu notebook, selecciona SageMakerExamples.

5. Amplíe la sección Introducción a los algoritmos de Amazon y, a continuación, seleccione Usar
junto a mage-classification-fulltrainingI.ipynb.

6. Seleccione Crear copia. SageMaker crea una copia editable del bloc de notas mage-
classification-fulltrainingI.ipynb en su instancia de bloc de notas.

7. Ejecute todas las celdas en el cuaderno hasta la sección Interference (Interferencia). En este 
ejemplo, no es necesario implementar un punto de enlace ni obtener la inferencia.
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8. Cuando comience el trabajo de formación, abra la CloudWatch consola en https://
console.aws.amazon.com/cloudwatch.

9. Elija Metrics y, a continuación, elija /aws/sagemaker/ TrainingJobs.

10. Elige. TrainingJobName

11. En la pestaña All metrics (Todas las métricas), elija las métricas train:accuracy 
(entrenamiento:precisión) y validation:accuracy (validación:precisión) para el trabajo de 
entrenamiento que ha creado en el cuaderno.

12. En el gráfico, elija un área de los valores de la métrica para ampliarla. Debería ver algo parecido 
al siguiente ejemplo.

Utilice las rutas de almacenamiento de entrenamiento de Amazon 
SageMaker para formar conjuntos de datos, puntos de control, 
artefactos de modelos y salidas

Esta página proporciona un resumen de alto nivel sobre cómo la plataforma de entrenamiento 
SageMaker administra rutas de almacenamiento para conjuntos de datos de entrenamiento, 
artefactos de modelos, puntos de control y salidas entre el almacenamiento en la nube AWS y los 
trabajos de entrenamiento en SageMaker. A lo largo de esta guía, aprenderá a identificar las rutas 
predeterminadas establecidas por la plataforma SageMaker y cómo se pueden optimizar los canales 
de datos con sus orígenes de datos en Amazon Simple Storage Service (Amazon S3), FSx para 
Lustre y Amazon EFS. Para obtener más información acerca de los distintos modos de entrada de 
canales de datos y opciones de almacenamiento, consulte Acceder a datos de entrenamiento.
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almacenamiento de entrenamiento

Información general

El siguiente diagrama muestra el ejemplo más sencillo de cómo SageMaker gestiona las rutas de 
entrada y salida cuando se ejecuta un trabajo de entrenamiento con la clase Estimator del SDK de 
SageMaker Python y su método de ajuste. Se basa en utilizar el modo de archivo como estrategia de 
acceso a datos y Amazon S3 como origen de datos para los canales de entrada de entrenamiento.

This figure shows an overview of how SageMaker pairs storage paths between an Amazon S3 bucket 
as the data source and the SageMaker training instance based on how the paths are specified in a 
SageMaker estimator class. More information about the paths, how they read from or write to the 
paths, and purposes of the paths are described in the following section the section called “Variables 
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de entorno y rutas predeterminadas de Sagemaker para las ubicaciones de almacenamiento de 
entrenamiento”.

Puede utilizarla OutputDataConfig en la API CreateTrainingJob para encontrar dónde se 
encuentra su bucket de S3. Utilice la API ModelArtifacts para encontrar la ubicación de S3 que 
contiene sus artefactos de modelos. Consulte el bloc de notas abalone_build_train_deploy para ver 
un ejemplo de las rutas de salida y cómo se utilizan en las llamadas a la API.

Para obtener más información y ejemplos de cómo SageMaker gestiona el origen de datos, los 
modos de entrada y las rutas locales en instancias de entrenamiento de SageMaker, consulte
Acceder a datos de entrenamiento.

Salida del modelo sin comprimir

Sagemaker almacena su modelo en /opt/ml/model y sus datos en /opt/ml/output/data. Una 
vez que el modelo y los datos se escriben en esas ubicaciones, se cargan en su bucket de Amazon 
S3 como archivos comprimidos de forma predeterminada.

Puede ahorrar tiempo en la compresión de archivos de datos de gran tamaño cargando las salidas 
del modelo y los datos en su bucket de S3 como archivos sin comprimir. Para ello, cree un trabajo de 
entrenamiento en modo de carga sin comprimir mediante AWS Command Line Interface (AWS CLI) o 
el SDK de SageMaker Python.

El siguiente ejemplo de código muestra cómo crear un trabajo de entrenamiento en modo de carga 
sin comprimir cuando se utiliza AWS CLI. Para habilitar el modo de carga sin comprimir, establezca 
el campo CompressionType en la API OutputDataConfig en NONE.

{ 
   "TrainingJobName": "uncompressed_model_upload", 
   ... 
   "OutputDataConfig": {  
      "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/uncompressed_upload/output", 
      "CompressionType": "NONE" 
   }, 
   ...
}

El siguiente ejemplo de código muestra cómo crear un trabajo de entrenamiento en modo de carga 
sin comprimir cuando se utiliza el SDK de SageMaker Python.
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import sagemaker
from sagemaker.estimator import Estimator

estimator = Estimator( 
    image_uri="your-own-image-uri", 
    role=sagemaker.get_execution_role(),  
    sagemaker_session=sagemaker.Session(), 
    instance_count=1, 
    instance_type='ml.c4.xlarge', 
    disable_output_compression=True
)

Consejos y consideraciones para configurar las rutas de almacenamiento

Tenga en cuenta los siguientes elementos al configurar rutas de almacenamiento para trabajos de 
entrenamiento en SageMaker.

• Si desea almacenar artefactos para entrenamiento distribuido en el directorio /opt/ml/output/
data, debe asociar correctamente los subdirectorios o usar nombres de archivo únicos para 
los artefactos en la definición del modelo o en el script de entrenamiento. Si los subdirectorios 
y los nombres de los archivos no están configurados correctamente, es posible que todos los 
trabajadores de entrenamiento distribuida escriban los resultados con el mismo nombre de archivo 
y en la misma ruta de salida en Amazon S3.

• Si utiliza un contenedor de entrenamiento personalizado, asegúrese de instalar el Kit de 
Herramientas de entrenamiento de SageMaker, que le ayudará a configurar el entorno para 
los trabajos de entrenamiento de SageMaker. De lo contrario, debe especificar las variables de 
entorno de forma explícita en su Dockerfile. Para obtener más información, consulte Crear un 
contenedor con sus propios algoritmos y modelos.

• Cuando se utiliza una instancia de ML con volúmenes NVMe SSD, Sagemaker no aprovisiona 
el almacenamiento gp2 de Amazon EBS. El almacenamiento disponible se fija a la capacidad de 
almacenamiento de la instancia de tipo NVMe. Sagemaker configura las rutas de almacenamiento 
para el entrenamiento de conjuntos de datos, puntos de control, artefactos de modelos y salidas 
a fin de utilizar toda la capacidad del almacenamiento de instancias. Por ejemplo, las familias de 
instancias de ML con almacenamiento de instancias de tipo NVMe incluyen ml.p4d, ml.g4dn
y ml.g5. Cuando utilice una instancia de ML con la opción de almacenamiento exclusivo para 
EBS y sin almacenamiento de instancias, debe definir el tamaño del volumen de EBS mediante el
volume_size parámetro de la clase de estimador de SageMaker (o VolumeSizeInGB si utiliza 
la API ResourceConfig). Por ejemplo, las familias de instancias de ML que utilizan volúmenes 
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de EBS incluyen ml.c5 y ml.p2. Para buscar tipos de instancias y sus volúmenes y tipos de 
almacenamiento de instancias, consulte Tipos de instancias de Amazon EC2.

• Las rutas predeterminadas para los trabajos de entrenamiento de SageMaker se montan en los 
volúmenes de Amazon EBS o en los volúmenes NVMe SSD de la instancia de ML. Cuando adapte 
el script de entrenamiento a SageMaker, asegúrese de utilizar las rutas predeterminadas que se 
muestran en el tema anterior the section called “Variables de entorno y rutas predeterminadas de 
Sagemaker para las ubicaciones de almacenamiento de entrenamiento”. Le recomendamos que 
utilice el /tmp directorio como espacio para almacenar temporalmente cualquier objeto grande 
durante el entrenamiento. Esto significa que no debe utilizar directorios que estén montados en un 
espacio de disco pequeño asignado al sistema, como /user y /home, para evitar errores de falta 
de espacio.

Para obtener más información, consulte el AWS blog de machine learning Elija el mejor origen de 
datos para su trabajo de entrenamiento en Amazon SageMaker, que analiza más a fondo los casos 
prácticos y los puntos de referencia de rendimiento de las fuentes de datos y los modos de entrada.

Variables de entorno y rutas predeterminadas de Sagemaker para las 
ubicaciones de almacenamiento de entrenamiento

En la siguiente tabla se resumen las rutas de entrada y salida para conjuntos de datos de 
entrenamiento, puntos de control, artefactos de modelos y salidas, gestionados por la plataforma de 
entrenamiento SageMaker.

Ruta 
local 
en la 
instancia 
de 
entrenami 
ento de 
SageMaker

Variables 
de 
entorno 
de 
SageMaker

Finalidad Lectura 
desde S3 
durante 
el inicio

Lectura 
desde S3 
durante 
reinicio 
puntual

Escritura 
en S3 
durante 
el 
entrenami 
ento

Escritura 
en S3 
cuando 
finaliza el 
trabajo

/opt/
ml/i 
nput/
data 

SM_CHANNE 
L_CHANNEL_N 
AME

Lectura de datos 
de entrenamiento 
de los canales de 
entrada especificados 

Sí Sí No No
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Ruta 
local 
en la 
instancia 
de 
entrenami 
ento de 
SageMaker

Variables 
de 
entorno 
de 
SageMaker

Finalidad Lectura 
desde S3 
durante 
el inicio

Lectura 
desde S3 
durante 
reinicio 
puntual

Escritura 
en S3 
durante 
el 
entrenami 
ento

Escritura 
en S3 
cuando 
finaliza el 
trabajo

/ channel_n 
ame 1

mediante la clase
Estimator del SDK de 
Sagemaker Python 
o la operación de la
CreateTrainingJob. 
Para obtener más 
información sobre 
cómo especificarlo en 
el script de entrenami 
ento mediante el 
SDK de SageMaker 
Python, consulte
Preparar un script de 
entrenamiento.
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Ruta 
local 
en la 
instancia 
de 
entrenami 
ento de 
SageMaker

Variables 
de 
entorno 
de 
SageMaker

Finalidad Lectura 
desde S3 
durante 
el inicio

Lectura 
desde S3 
durante 
reinicio 
puntual

Escritura 
en S3 
durante 
el 
entrenami 
ento

Escritura 
en S3 
cuando 
finaliza el 
trabajo

/opt/
ml/o 
utput/
data 2

SM_OUTPUT 
_DIR

Ahorro de salidas 
como pérdida, 
precisión, capas 
intermedias, 
pesos, gradiente 
s, polarización y 
salidas compatibl 
es con TensorBoa 
rd. También puede 
guardar cualquier 
salida arbitraria que 
desee utilizando esta 
ruta. Tenga en cuenta 
que esta es una ruta 
diferente a la que se 
usa para almacenar 
el artefacto /opt/
ml/model/  final del 
modelo.

No No No Sí
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Ruta 
local 
en la 
instancia 
de 
entrenami 
ento de 
SageMaker

Variables 
de 
entorno 
de 
SageMaker

Finalidad Lectura 
desde S3 
durante 
el inicio

Lectura 
desde S3 
durante 
reinicio 
puntual

Escritura 
en S3 
durante 
el 
entrenami 
ento

Escritura 
en S3 
cuando 
finaliza el 
trabajo

/opt/
ml/m 
odel 3

SM_MODEL_ 
DIR

Almacenamiento 
del artefacto final 
del modelo. Esta es 
también la ruta desde 
la que se despliega el 
artefacto del modelo 
para la Inferencia 
en tiempo real en
SageMaker Hosting.

No No No Sí

/opt/
ml/c 
heckpoint 
s 4

- Guardado de los 
puntos de control del 
modelo (el estado 
del modelo) para 
reanudar el entrenami 
ento a partir de un 
punto determina 
do y recuperarse 
de interrupciones 
inesperadas o de
entrenamiento de spot 
administrado.

Sí Sí Sí No

/opt/
ml/c 
ode

SAGEMAKER 
_SUBMIT_D 
IRECTORY

Copia de scripts 
de entrenamiento, 
bibliotecas adicional 
es y dependencias.

Sí Sí No No
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Ruta 
local 
en la 
instancia 
de 
entrenami 
ento de 
SageMaker

Variables 
de 
entorno 
de 
SageMaker

Finalidad Lectura 
desde S3 
durante 
el inicio

Lectura 
desde S3 
durante 
reinicio 
puntual

Escritura 
en S3 
durante 
el 
entrenami 
ento

Escritura 
en S3 
cuando 
finaliza el 
trabajo

/tmp - Lectura o escritura
/tmp como espacio 
temporal.

No No No No

1 channel_name es el lugar donde se especifican nombres de canales definidos por el usuario 
para las entradas de datos de entrenamiento. Cada trabajo de entrenamiento puede contener varios 
canales de entrada de datos. Puede especificar hasta 20 canales de entrada de entrenamiento por 
trabajo. Tenga en cuenta que el tiempo de descarga de datos desde los canales de datos se incluye 
en el tiempo facturable. Para obtener más información sobre las rutas de entrada de datos, consulte
Cómo Amazon SageMaker proporciona información de entrenamiento. Además, hay tres tipos de 
modos de entrada de datos que SageMaker admite: modo de archivo, FastFile y canalización. Para 
obtener más información sobre los modos de entrada de datos para el entrenamiento en SageMaker, 
consulte Acceso a datos de entrenamiento.

2 SageMaker comprime y escribe los artefactos de entrenamiento en archivos TAR (tar.gz). El 
tiempo de compresión y carga se incluye en el tiempo facturable. Para obtener más información, 
consulte Cómo Amazon SageMaker procesa la salida de entrenamiento.

3 SageMaker comprime y escribe el artefacto final del modelo en un archivo TAR (tar.gz). El 
tiempo de compresión y carga se incluye en el tiempo facturable. Para obtener más información, 
consulte Cómo Amazon SageMaker procesa la salida de entrenamiento.

4 Sincronice con Amazon S3 durante el entrenamiento. Escriba tal cual sin comprimir en archivos 
TAR. Para obtener más información, consulte Uso de Puntos de control en Amazon SageMaker.
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Proporcione metadatos del conjunto de datos a trabajos de 
capacitación con un archivo de manifiesto aumentado

Para incluir metadatos con su conjunto de datos en un trabajo de capacitación, use un archivo de 
manifiesto aumentado. Al utilizar un archivo de manifiesto aumentado, el conjunto de datos debe 
almacenarse en Amazon Simple Storage Service (Amazon S3), y debe configurar su trabajo de 
entrenamiento para el uso del conjunto de datos almacenado allí. Debe especificar la ubicación y 
el formato de este conjunto de datos para uno o varios Channel. Los manifiestos aumentados solo 
pueden admitir el modo de entrada de canalización. Consulte la sección InputMode en Channel
para obtener más información sobre el modo de entrada de canalización.

Al especificar los parámetros de un canal, debe especificar una ruta al archivo, algo conocido 
como un S3Uri. Amazon SageMaker interpreta este URI en función del S3DataType especificado 
en S3DataSource. La opción AugmentedManifestFile define un formato de manifiesto que 
incluye metadatos con los datos de entrada. El uso de un archivo de manifiesto aumentado es una 
alternativa al procesamiento previo cuando ha etiquetado datos. Para los trabajos de capacitación 
con datos etiquetados, normalmente debe procesar previamente el conjunto de datos para combinar 
los datos de entrada con los metadatos antes de la capacitación. Si su conjunto de datos de 
capacitación es grande, el procesamiento previo puede resultar lento y costoso.

Formato de archivo de manifiesto aumentado

Un archivo de manifiesto aumentado debe formatearse en formato de líneas JSON. En formato de 
líneas JSON, cada línea del archivo es un objeto JSON completo seguido de un separador de nueva 
línea.

Durante el entrenamiento, SageMaker analiza cada línea JSON y envía algunos de sus atributos, o 
todos ellos, al algoritmo de entrenamiento. Especifique el contenido del atributo que se va a pasar y 
el orden en que lo va a hacer con el parámetro AttributeNames de la API CreateTrainingJob. 
El parámetro AttributeNames es una lista ordenada de nombres de atributo que SageMaker 
busca en el objeto JSON para su uso como entrada de entrenamiento.

Por ejemplo, si muestra ["line", "book"] para AttributeNames, los datos de entrada deben 
incluir los nombres de atributo de line y book en el orden especificado. En este ejemplo, el 
siguiente contenido del archivo de manifiesto aumentado es válido:

{"author": "Herman Melville", "line": "Call me Ishmael", "book": "Moby Dick"}
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{"line": "It was love at first sight.", "author": "Joseph Heller", "book": "Catch-22"}

SageMaker omite los nombres de atributo no mostrados, aunque estén antes o después de los 
atributos enumerados o entre ellos.

Al usar archivos de manifiesto aumentados, observe las siguientes directrices:

• El orden de los atributos mostrados en el parámetro AttributeNames determina el orden de los 
atributos pasados al algoritmo en el trabajo de capacitación.

• Los AttributeNames mostrados pueden ser un subconjunto de todos los atributos en la línea 
JSON. SageMaker ignora los atributos que no figuran en el archivo.

• Puede especificar cualquier tipo de datos permitidos por el formato JSON en AttributeNames, 
incluidos texto, valores numéricos, matrices de datos u objetos.

• Para incluir un URI de S3 como nombre de atributo, añada el sufijo -ref a este.

Si un nombre de atributo contiene el sufijo -ref, el valor del atributo debe ser un URI de S3 que 
apunte a un archivo de datos al que se pueda acceder en el trabajo de capacitación. Por ejemplo, 
si AttributeNames contiene ["image-ref", "is-a-cat"], el siguiente ejemplo muestra un 
archivo de manifiesto aumentado válido:

{"image-ref": "s3://mybucket/sample01/image1.jpg", "is-a-cat": 1}
{"image-ref": "s3://mybucket/sample02/image2.jpg", "is-a-cat": 0}

En el caso de la primera línea JSON de este archivo de manifiesto, SageMaker recupera el archivo
image1.jpg de s3://mybucket/sample01/ y la representación en cadena del atributo is-a-
cat "1" para la clasificación de la imagen.

Tip

Para crear un archivo de manifiesto aumentado, utilice Amazon SageMaker Ground Truth y 
cree un trabajo de etiquetado. Para obtener más información sobre la salida de un trabajo de 
etiquetado, consulte Datos de salida.

Transmitir datos del archivo de manifiesto aumentado

El formato de manifiesto aumentado le permite realizar el entrenamiento en modo de canalización 
con archivos sin necesidad de crear archivos RecordIO. Debe especificar los canales de 
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capacitación y de validación como valores para el parámetro InputDataConfig de la solicitud
CreateTrainingJob. Los archivos de manifiesto aumentados son solo compatibles con los 
canales con el modo de entrada de datos por canal. Para cada canal, los datos se extraen de su 
archivo de manifiesto aumentado y transmiten (en orden) al algoritmo a través de la canalización 
denominada del canal. El modo de canalización usa el método primero en entrar, primero en salir 
(FIFO) para que los registros se procesen en el orden en que se pusieron en cola. Para obtener 
información sobre el modo de entrada de canalización, consulte Input Mode.

Los nombres de atributo con un sufijo "-ref" apuntan a los datos binarios preformateados. En 
algunos casos, el algoritmo sabe cómo analizar los datos. En otros casos, podría tener que incluir 
los datos para que los registros se delimiten para el algoritmo. Si el algoritmo es compatible con los
datos con formato RecordIO, la especificación de RecordIO para RecordWrapperType resuelve 
este problema. Si el algoritmo no es compatible con el formato RecordIO, especifique None para
RecordWrapperType y asegúrese de que sus datos se analicen correctamente para su algoritmo.

Al usar el ejemplo ["image-ref", "is-a-cat"], si usa el encapsulamiento RecordIO, la 
siguiente transmisión de datos se envía a la cola:

recordio_formatted(s3://mybucket/foo/
image1.jpg)recordio_formatted("1")recordio_formatted(s3://mybucket/bar/
image2.jpg)recordio_formatted("0")

Las imágenes que no se encapsulan con el formato RecordIO se transmiten con el valor de 
atributo is-a-cat correspondiente como un registro. Esto puede dar lugar a un problema, ya 
que el algoritmo podría no delimitar las imágenes y los atributos correctamente. Para obtener más 
información sobre el uso de archivos de manifiesto aumentados para la clasificación de imágenes, 
consulte Train with Augmented Manifest Image Format.

Con los archivos de manifiesto aumentados y el modo Pipe en general, no se aplican los límites de 
tamaño del volumen de EBS. Esto incluye configuraciones que, de lo contrario, deben estar dentro 
del límite de tamaño del volumen de EBS, como S3DataDistributionType . Para obtener más 
información sobre el modo de canalización y cómo usarlo, consulte la sección Using Your Own 
Training Algorithms - Input Data Configuration.

Uso de un archivo de manifiesto aumentado (consola)

Para completar este procedimiento, se necesita lo siguiente:

• La URL del bucket de S3 en el que almacenó el archivo de manifiesto aumentado.
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• Para almacenar los datos que se muestran en el archivo de manifiesto aumentado en un bucket de 
S3.

• La URL del bucket de S3 en el que desea almacenar la salida del trabajo.

Para usar un archivo de manifiesto aumentado en un trabajo de capacitación (consola)

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Training (Capacitación); a continuación, elija Training jobs 
(Trabajos de capacitación).

3. Elija Create training job (Crear trabajo de capacitación).

4. Proporcione un nombre para el trabajo de capacitación. El nombre debe ser único en la región 
de AWS de una cuenta de AWS. Puede tener de 1 a 63 caracteres. Los caracteres válidos son: 
a-z, A-Z, 0-9 y . : + = @ _ % - (guion).

5. Elija el algoritmo que desee usar. Para obtener más información acerca de los algoritmos 
integrados admitidos, consulte Usa algoritmos SageMaker integrados de Amazon o modelos 
previamente entrenados. Si desea usar un algoritmo personalizado, asegúrese de que sea 
compatible con el modo de canalización.

6. (Opcional) En Resource configuration (Configuración de recursos), acepte los valores 
predeterminados o, para reducir el tiempo de computación, aumente el consumo de recursos.

a. (Opcional) En Instance type (Tipo de instancia), elija el tipo de instancia de computación de 
machine learning que desea utilizar. En la mayoría de los casos, ml.m4.xlarge es suficiente.

b. En Instance count (Recuento de instancias), use el valor predeterminado, 1.

c. (Opcional) En Additional volume per instance (GB) (Volumen adicional por instancia 
[GB]), elija el tamaño del volumen de almacenamiento de machine learning que desea 
aprovisionar. En la mayoría de los casos, puede usar el valor predeterminado, que es 1. Si 
usa un conjunto de datos voluminoso, utilice un tamaño más grande.

7. Proporcione información sobre los datos de entrada para el conjunto de datos de capacitación.

a. En Channel name (Nombre de canal), acepte el valor predeterminado (train) o escriba un 
nombre más significativo, como training-augmented-manifest-file.

b. En InputMode, elija Pipe (Canalización).

c. En S3 data distribution type (Tipo de distribución de datos de S3), elija FullyReplicated. Al 
entrenar cada vez más, la replicación completa hace que cada instancia de computación 
de machine learning use una copia completa del conjunto de datos ampliado. En los 
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algoritmos basados en lo neuronal, como Algoritmo de Modelo de tema neuronal (NTM), 
elija ShardedByS3Key.

d. Si los datos especificados en el archivo de manifiesto aumentado se descomprimen, 
establezca el Compression type (Tipo de compresión) en None (Ninguno). Si los datos se 
comprimen con gzip, establézcalos en Gzip.

e. (Opcional) En Content type (Tipo de contenido), especifique el tipo MIME adecuado. El 
tipo de contenido es el tipo de extensiones multipropósito de correo Internet (MIME) de los 
datos.

f. En Record wrapper (Contenedor de registros), si el conjunto de datos especificado en el 
archivo de manifiesto aumentado se guarda en formato RecordIO, elija RecordIO. Si su 
conjunto de datos no se guarda como archivo con formato RecordIO, elija None (Ninguno).

g. En S3 data type (Tipo de datos de S3), elija AugmentedManifestFile.

h. En S3 location (Ubicación de S3), proporcione la ruta al bucket donde almacenó el archivo 
de manifiesto aumentado.

i. En AugmentedManifestFile attribute names (Nombres de atributo AugmentedManifestFile), 
especifique el nombre de un atributo que desee usar. El nombre de atributo debe estar 
presente en el archivo de manifiesto aumentado y distingue entre mayúsculas y minúsculas.

j. (Opcional) Para añadir más nombres de atributo, elija Add row (Añadir fila) y especifique 
otro nombre de atributo para cada atributo.

k. (Opcional) Para ajustar el orden de los nombres de atributo, elija los botones hacia arriba o 
hacia abajo situados junto a los nombres. Al usar un archivo de manifiesto aumentado, el 
orden de los nombres de atributo especificados es importante.

l. Seleccione Done (Listo).

8. En Output data configuration (Configuración de datos de salida), proporcione la siguiente 
información:

a. En S3 location (Ubicación de S3), escriba la ruta al bucket de S3 donde desea almacenar 
los datos de salida.

b. (Opcional) Puede usar su clave de cifrado de AWS Key Management Service (AWS KMS) 
para cifrar los datos de salida en reposo. En Encryption key (Clave de cifrado), proporcione 
el ID de clave o su número de recurso de Amazon (ARN). Para obtener más información, 
consulte Claves de cifrado administradas por KMS.

9. (Opcional) En Tags (Etiquetas), añada una o más etiquetas al trabajo de capacitación. Una
etiqueta son los metadatos que puede definir y asignar a los recursos de AWS. En este caso, 
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puede usar las etiquetas para ayudarle a administrar sus trabajos de capacitación. Una etiqueta 
consta de una clave y un valor que define el usuario. Por ejemplo, es posible que desee crear 
una etiqueta con Project como clave y un valor que hace referencia a un proyecto relacionado 
con el trabajo de capacitación, como Home value forecasts.

10. Elija Create training job (Crear trabajo de capacitación). SageMaker crea y ejecuta el trabajo de 
entrenamiento.

Tras finalizar el trabajo de entrenamiento, SageMaker almacena los artefactos del modelo en el 
bucket cuya ruta proporcionó para ruta de salida de S3, en el campo Configuración de datos de 
salida. Para implementar el modelo para obtener predicciones, consulte Paso 5: Implementar el 
modelo en Amazon EC2.

Uso de un archivo de manifiesto aumentado (API)

A continuación, se muestra cómo entrenar un modelo con un archivo de manifiesto aumentado con la 
biblioteca de Python de alto nivel de SageMaker:

import sagemaker

# Create a model object set to using "Pipe" mode.
model = sagemaker.estimator.Estimator( 
     training_image, 
    role, 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
    volume_size = 50, 
    max_run = 360000, 
    input_mode = 'Pipe', 
    output_path=s3_output_location, 
    sagemaker_session=session
)

# Create a train data channel with S3_data_type as 'AugmentedManifestFile' and 
 attribute names.
train_data = sagemaker.inputs.TrainingInput( 
     your_augmented_manifest_file, 
    distribution='FullyReplicated', 
    content_type='application/x-recordio', 
    s3_data_type='AugmentedManifestFile', 
    attribute_names=['source-ref', 'annotations'], 
    input_mode='Pipe', 
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    record_wrapping='RecordIO'
)

data_channels = {'train': train_data}

# Train a model.
model.fit(inputs=data_channels, logs=True)

Tras finalizar el trabajo de entrenamiento, SageMaker almacena los artefactos del modelo en el 
bucket cuya ruta proporcionó para ruta de salida de S3, en el campo Configuración de datos de 
salida. Para implementar el modelo para obtener predicciones, consulte Paso 5: Implementar el 
modelo en Amazon EC2.

Uso de puntos de control en Amazon SageMaker

Utilice los puntos de control de Amazon SageMaker para guardar el estado de los modelos de 
machine learning (ML) durante el entrenamiento. Los puntos de control son instantáneas del modelo 
y se pueden configurar mediante las funciones de devolución de llamadas de los marcos de ML. 
Puede utilizar los puntos de control guardados para reiniciar un trabajo de entrenamiento desde el 
último punto de control guardado.

El mecanismo de entrenamiento de Sagemaker utiliza contenedores de entrenamiento en las 
instancias de Amazon EC2 y los archivos de puntos de control se guardan en un directorio local 
de contenedores (el valor predeterminado es /opt/ml/checkpoints). Sagemaker proporciona 
la funcionalidad de copiar los puntos de control de la ruta local a Amazon S3 y sincroniza 
automáticamente los puntos de control de ese directorio con Amazon S3. Los puntos de control 
existentes en S3 se escriben en el contenedor de SageMaker al inicio del trabajo, lo que permite 
que los trabajos se reanuden desde un punto de control. Los puntos de control que se añaden a la 
carpeta S3 una vez iniciado el trabajo no se copian en el contenedor de entrenamiento. Sagemaker 
también escribe nuevos puntos de control desde el contenedor en S3 durante el entrenamiento. Si se 
elimina un punto de control en el contenedor de Sagemaker, también se eliminará en la carpeta S3.

Con los puntos de control, puede hacer lo siguiente:

• Guarde las instantáneas de sus modelos durante el entrenamiento por una interrupción inesperada 
del trabajo o instancia de entrenamiento.

• Reanude el entrenamiento del modelo en el futuro desde un punto de control.

• Analice el modelo en las etapas intermedias de entrenamiento.
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• Utilice los puntos de control con el entrenamiento de spot administrado por SageMaker para 
ahorrar costes de entrenamiento.

Si utiliza puntos de control con un entrenamiento de spot administrado por SageMaker, SageMaker 
se encarga de poner puntos de control al entrenamiento de su modelo en una instancia de spot y 
reanudar el trabajo de entrenamiento en la siguiente instancia de spot. Con el entrenamiento de 
spot administrado por SageMaker, puede reducir considerablemente el tiempo facturable para el 
entrenamiento de modelos de ML. Para obtener más información, consulte Utilice Managed Spot 
Training en Amazon SageMaker.

Temas

• Puntos de control para marcos y algoritmos en SageMaker

• Habilitar puntos de control

• Explore los archivos de puntos de control

• Reanude el entrenamiento desde un punto de control

• Consideraciones para establecer puntos de control

Puntos de control para marcos y algoritmos en SageMaker

Utilice los puntos de control para guardar instantáneas de los modelos de ML creados en sus marcos 
preferidos en SageMaker.

Marcos y algoritmos de SageMaker que admiten puntos de control

Sagemaker admite puntos de control para AWS Containers de aprendizaje profundo y un 
subconjunto de algoritmos integrados sin necesidad de cambiar el script de entrenamiento. 
Sagemaker guarda los puntos de control en la ruta local predeterminada '/opt/ml/checkpoints'
y los copia en Amazon S3.

• Contenedores de aprendizaje profundo: TensorFlow, PyTorch, MXNet y HuggingFace

Note

Si utiliza el estimador de marco de HuggingFace, debe especificar la ruta de salida de 
un punto de control mediante hiperparámetros. Para obtener más información, consulte
Ejecutar entrenamientos en Amazon SageMaker en la documentación de HuggingFace.
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• Algoritmos integrados: Clasificación de imágenes, Detección de objetos, Segmentación semántica
y XGBoost (0,90-1 o posterior)

Note

Si utiliza el algoritmo XGBoost en modo marco (modo script), necesita traer un script de 
entrenamiento de XGBoost con puntos de control que se configure manualmente. Para 
obtener más información sobre los métodos de entrenamiento de XGBoost para guardar 
instantáneas de modelos, consulte Entrenamiento de XGBoost en la documentación del 
SDK de XGBoost Python.

Si se utiliza un algoritmo prediseñado que no admite puntos de control en un trabajo de 
entrenamiento de spot administrado, SageMaker no permite un tiempo máximo de espera superior 
a una hora para el trabajo a fin de limitar el tiempo de entrenamiento desperdiciado por las 
interrupciones.

Para contenedores de entrenamiento personalizados y otros marcos

Si utiliza sus propios contenedores de entrenamiento, scripts de entrenamiento u otros marcos de 
trabajo que no figuran en la sección anterior, debe configurarlo correctamente mediante devoluciones 
de llamadas o API de entrenamiento para guardar los puntos de control en la ruta local ('/opt/ml/
checkpoints') y cargarlos desde la ruta local en su script de entrenamiento. Los estimadores de 
Sagemaker pueden sincronizarse con la ruta local y guardar los puntos de control en Amazon S3.

Habilitar puntos de control

Tras activar los puntos de control, Sagemaker guarda los puntos de control en Amazon S3 y 
sincroniza el trabajo de entrenamiento con el bucket de puntos de control S3.
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En el siguiente ejemplo se muestra cómo configurar las rutas de los puntos de control al 
crear un estimador de SageMaker. Para activar los puntos de control, añada los parámetros
checkpoint_s3_uri y checkpoint_local_path a su estimador.

La siguiente plantilla de ejemplo muestra cómo crear un estimador de SageMaker genérico y habilitar 
los puntos de control. Puede utilizar esta plantilla para los algoritmos compatibles especificando el 
parámetro image_uri. Para encontrar los URI de imágenes de Docker para algoritmos con puntos 
de control compatibles con SageMaker, consulte Rutas de Docker Registry y código de ejemplo. 
También puede sustituir estimator y Estimator por las clases principales y estimadoras de 
otros marcos de trabajo de Sagemaker, como TensorFlow, PyTorch, MXNet, HuggingFace y
XGBoost.

import sagemaker
from sagemaker.estimator import Estimator

bucket=sagemaker.Session().default_bucket()
base_job_name="sagemaker-checkpoint-test"
checkpoint_in_bucket="checkpoints"

# The S3 URI to store the checkpoints
checkpoint_s3_bucket="s3://{}/{}/{}".format(bucket, base_job_name, 
 checkpoint_in_bucket)

# The local path where the model will save its checkpoints in the training container
checkpoint_local_path="/opt/ml/checkpoints"

estimator = Estimator( 
    ... 
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    image_uri="<ecr_path>/<algorithm-name>:<tag>" # Specify to use built-in algorithms 
    output_path=bucket, 
    base_job_name=base_job_name, 
     
    # Parameters required to enable checkpointing 
    checkpoint_s3_uri=checkpoint_s3_bucket, 
    checkpoint_local_path=checkpoint_local_path
)

Los dos parámetros siguientes especifican las rutas para los puntos de control:

• checkpoint_local_path — Especifique la ruta local en la que el modelo guarda los puntos 
de control periódicamente en un contenedor de entrenamiento. El valor predeterminado se 
establece en '/opt/ml/checkpoints'. Si va a utilizar otros marcos o va a traer su propio 
contenedor de entrenamiento, asegúrese de que la configuración de puntos de control de su script 
de entrenamiento especifique la ruta a '/opt/ml/checkpoints'.

Note

Recomendamos especificar las rutas locales como '/opt/ml/checkpoints' para 
que sean coherentes con la configuración predeterminada de los puntos de control de 
SageMaker. Si prefiere especificar su propia ruta local, asegúrese de hacer coincidir 
la ruta para guardar los puntos de control de su script de entrenamiento y el parámetro
checkpoint_local_path de los estimadores de SageMaker.

• checkpoint_s3_uri — El URI de un bucket de S3 donde se almacenan los puntos de control en 
tiempo real.

Para obtener una lista completa de los parámetros del estimador de SageMaker, consulte la API 
Estimator en la documentación de Amazon SageMaker Python SDK .

Explore los archivos de puntos de control

Localice los archivos de puntos de control mediante el SDK de SageMaker Python y la consola de 
Amazon S3.

Para buscar los archivos de puntos de control mediante programación

Para recuperar el URI del bucket de S3 en el que se guardan los puntos de control, compruebe el 
siguiente atributo del estimador:
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estimator.checkpoint_s3_uri

Esto devuelve la ruta de salida de Amazon S3 para los puntos de control configurados al solicitar 
la solicitud CreateTrainingJob. Para encontrar los archivos de puntos de control mediante la 
consola de Amazon S3, utilice el siguiente procedimiento.

Para encontrar los archivos de puntos de control en la consola de Amazon S3

1. Inicie sesión en la AWS Management Console y abra la consola de SageMaker en https:// 
console.aws.amazon.com/sagemaker/.

2. En el panel de navegación situado a la izquierda, elija Trabajos de entrenamiento.

3. Elija el enlace al trabajo de entrenamiento con los puntos de control activados para abrir la
Configuración del trabajo.

4. En la página de Configuración del trabajo de entrenamiento, busque la sección Configuración 
del punto de control.

5. Utilice el enlace al bucket de S3 para acceder a los archivos de puntos de control.

Reanude el entrenamiento desde un punto de control

Para reanudar un trabajo de entrenamiento desde un punto de control, ejecute un nuevo estimador 
con el mismo checkpoint_s3_uri que creó en la sección Habilitar puntos de control. Una vez que 
se haya reanudado el entrenamiento, se restablecerán los puntos de control de este bucket de S3 a
checkpoint_local_path en cada instancia del nuevo trabajo de entrenamiento. Compruebe que 
el bucket de S3 se encuentre en la misma región que la sesión de SageMaker en curso.

Reanude el entrenamiento desde un punto de control 4144

https://console.aws.amazon.com/sagemaker/
https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guía para desarrolladores

Consideraciones para establecer puntos de control

Tenga en cuenta lo siguiente al utilizar puntos de control en SageMaker.

• Para evitar sobrescribir en un entrenamiento distribuido con varias instancias, debe configurar 
manualmente los nombres y las rutas de los archivos de puntos de control en su script de 
entrenamiento. La configuración de puntos de control de alto nivel de SageMaker especifica una 
única ubicación de Amazon S3 sin sufijos ni prefijos adicionales para etiquetar puntos de control de 
varias instancias.

• El SDK de SageMaker Python no admite una configuración de alto nivel para la frecuencia de 
los puntos de control. Para controlar la frecuencia de los puntos de control, modifique el script de 
entrenamiento mediante las funciones de guardado del modelo o las llamadas de puntos de control 
del marco.

• Si utiliza los puntos de control de SageMaker con SageMaker Debugger y SageMaker distribuidos 
y tiene problemas, consulte las siguientes páginas para obtener información sobre solución de 
problemas y aspectos a tener en cuenta.

• Consideraciones a tener en cuenta sobre el depurador de Amazon SageMaker

• Solución de problemas para la formación distribuida en Amazon SageMaker

• Solución de problemas de paralelismo de modelos
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Implementar modelos para inferencia
Con Amazon SageMaker, puede implementar sus modelos de aprendizaje automático (ML) para 
realizar predicciones, lo que también se conoce como inferencia. SageMaker ofrece una amplia 
selección de opciones de implementación de modelos e infraestructuras de aprendizaje automático 
para satisfacer todas sus necesidades de inferencia de aprendizaje automático. Se trata de un 
servicio totalmente gestionado que se integra con las herramientas de MLOps, por lo que puede 
escalar la implementación de sus modelos, reducir los costes de inferencia, gestionar los modelos de 
forma más eficaz en la fase de producción y reducir la carga operativa.

Una vez que haya creado y entrenado un modelo de aprendizaje automático, puede usar SageMaker 
Inference para empezar a obtener predicciones o inferencias a partir de su modelo. Con SageMaker 
Inference, puede configurar un punto final que devuelva inferencias o ejecutar inferencias por lotes a 
partir de su modelo.

Para empezar con la SageMaker inferencia, consulte las siguientes secciones y revíselas Opciones 
de inferencia para determinar qué función se adapta mejor a su caso de uso.

Puede consultar la sección Recursos para obtener más información de referencia y resolución de 
problemas, blogs y ejemplos que le ayudarán a empezar, además de preguntas frecuentes.

Temas

• Antes de empezar

• Pasos para la implementación de modelos

• Opciones de inferencia

• Opciones de punto de conexión avanzadas

• Bring your own model

• Siguientes pasos

Antes de empezar

En estos temas se presupone que ha creado y entrenado modelos de machine learning y que está 
listo para implementarlos. No es necesario entrenar el modelo para implementarlo SageMaker y 
obtener inferencias. SageMaker Si no tienes tu propio modelo, también puedes usar SageMaker los
algoritmos integrados o los modelos previamente entrenados.
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Si eres nuevo SageMaker y aún no has elegido un modelo para implementarlo, sigue los pasos del 
SageMaker tutorial Get Started with Amazon para familiarizarte con un ejemplo de cómo SageMaker 
gestiona el proceso de ciencia de datos y cómo gestiona la implementación del modelo. Para obtener 
más información acerca de entrenamiento de modelos, consulte Entrenamiento de modelos.

Para obtener más información, referencias y ejemplos, consulte Recursos.

Pasos para la implementación de modelos

Para los punto de conexión de inferencia, el flujo de trabajo general consiste en lo siguiente:

• Cree un modelo en SageMaker Inference apuntando a los artefactos del modelo almacenados en 
Amazon S3 y a una imagen de contenedor.

• Seleccione una opción de inferencia. Para obtener más información, consulte Opciones de 
inferencia.

• Cree una configuración de punto final de SageMaker inferencia eligiendo el tipo de instancia y 
la cantidad de instancias que necesita detrás del punto final. Puede utilizar Amazon SageMaker 
Inference Recommender para obtener recomendaciones para los tipos de instancias. Para la 
inferencia sin servidor, solo necesita proporcionar la configuración de memoria que necesita en 
función del tamaño del modelo.

• Cree un punto final de SageMaker inferencia.

• Invoque su punto de conexión para recibir una inferencia como respuesta.

El siguiente diagrama muestra el flujo de trabajo anterior.

Pasos para la implementación de modelos 4147

https://docs.aws.amazon.com/sagemaker/latest/dg/gs.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-model.html
https://docs.aws.amazon.com/sagemaker/latest/dg/inference-recommender.html
https://docs.aws.amazon.com/sagemaker/latest/dg/inference-recommender.html


Amazon SageMaker Guía para desarrolladores

Puede realizar estas acciones mediante la AWS consola, los AWS SDK, el SDK de SageMaker 
Python AWS CloudFormation o elAWS CLI.

Para realizar inferencias por lotes con transformación por lotes, señale los artefactos del modelo y 
los datos de entrada y cree un trabajo de inferencia por lotes. En lugar de alojar un punto final para 
realizar inferencias, SageMaker envía sus inferencias a la ubicación de Amazon S3 que elija.

Opciones de inferencia

SageMaker ofrece varias opciones de inferencia para que pueda elegir la que mejor se adapte a su 
carga de trabajo:

• Inferencia en tiempo real: la inferencia en tiempo real es ideal para inferencias en línea que tienen 
requisitos de baja latencia o alto rendimiento. Utilice la inferencia en tiempo real para obtener un 
punto de conexión persistente y totalmente gestionado (API de REST) que pueda gestionar un 
tráfico continuo, con el respaldo del tipo de instancia que elija. La inferencia en tiempo real admite 
cargas útiles de hasta 6 MB y tiempos de procesamiento de 60 segundos.

• Inferencia sin servidor: la inferencia sin servidor es ideal cuando hay patrones de tráfico 
intermitentes o impredecibles. SageMaker administra toda la infraestructura subyacente, por 
lo que no es necesario administrar instancias ni políticas de escalado. Solo pagará por lo que 
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utilice y no por el tiempo de inactividad. Puede admitir cargas útiles de hasta 4 MB y tiempos de 
procesamiento de hasta 60 segundos.

• Transformación por lotes: la Transformación por lotes es adecuada para el procesamiento fuera de 
línea cuando existen grandes cantidades de datos disponibles por adelantado y no se necesita un 
punto de conexión persistente. También puede utilizar la transformación por lotes para preprocesar 
conjuntos de datos. Puede admitir conjuntos de datos grandes con tamaños de GB y tiempos de 
procesamiento de días.

• Inferencia asíncrona: la Inferencia asíncrona es ideal cuando se quiere poner en cola las 
solicitudes y disponer de grandes cargas útiles con tiempos de procesamiento prolongados. La 
inferencia asíncrona admite cargas útiles de hasta 1 GB y tiempos de procesamiento prolongados 
de hasta una hora. También puede reducir verticalmente el punto de conexión a 0 cuando no haya 
solicitudes que procesar.

El siguiente diagrama muestra la información anterior en un diagrama de flujo y puede ayudarle a 
elegir la opción que mejor se adapte a su caso de uso.
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Opciones de punto de conexión avanzadas

Con la inferencia en tiempo real, puede optimizar aún más el rendimiento y los costes con las 
siguientes opciones de inferencia avanzadas:

• Si tiene varios modelos que utilizan el mismo marco y pueden compartir un contenedor, utilice
Alojar varios modelos en un contenedor detrás de un punto de conexión. Esta opción le ayuda a 
optimizar los costes al mejorar la utilización de los puntos de conexión y reducir la sobrecarga de 
implementación.

• Si tiene varios modelos que utilizan distintos marcos y requieren sus propios contenedores, utilice
Aloje varios modelos que utilizan diferentes contenedores detrás de un punto de conexión. Con 
esta opción, obtiene muchas de las ventajas de los puntos de conexión multimodelo y puede 
implementar una variedad de marcos y modelos.

• Si desea alojar modelos con una lógica de preprocesamiento y posprocesamiento detrás de un 
punto de conexión, utilice Canalizaciones de inferencia en serie. Las canalizaciones de inferencia 
se gestionan completamente SageMaker y proporcionan una latencia más baja, ya que todos los 
contenedores se alojan en las mismas instancias de Amazon EC2.

Bring your own model

Para usar un contenedor de Docker existente, consulte. SageMaker Adaptar tu propio contenedor de 
Docker para que funcione con SageMaker

Para crear un nuevo contenedor de Docker y recibir instrucciones más avanzadas sobre cómo 
ejecutar su propio código de inferencia, consulte los siguientes enlaces.

• Para ejecutar los servicios de alojamiento de su propio código de inferencia, consulte Uso de su 
propio código de inferencia con servicios de alojamiento.

• Para ejecutar su propio código de inferencia para inferencia por lotes, consulte Usar el código de 
inferencia propio con la transformación por lotes.

Siguientes pasos

Una vez que tenga un punto final y comprenda el flujo de trabajo de inferencia general, puede utilizar 
las siguientes funciones de Inference para mejorar su flujo de trabajo de SageMaker inferencia.
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Supervisión

Para realizar un seguimiento del modelo a lo largo del tiempo mediante métricas como la precisión 
y la desviación del modelo, puede utilizar el monitor de modelos. Con el monitor de modelos, puede 
configurar alertas que le notifiquen cuando haya desviaciones en la calidad de su modelo. Para 
obtener más información, consulte la documentación del monitor de modelos. Para obtener más 
información sobre las herramientas que se pueden utilizar para supervisar las implementaciones de 
modelos y los eventos que cambian su punto de conexión, consulte Supervisar Amazon SageMaker. 
Por ejemplo, puedes monitorizar el estado de tu punto final mediante métricas como los errores de 
invocación y la latencia del modelo mediante CloudWatch las métricas de Amazon. Las métricas 
de invocación del SageMaker punto final pueden proporcionarle información valiosa sobre el 
rendimiento del punto final.

CI/CD para la implementación de modelos

Para crear soluciones de aprendizaje automático SageMaker, puede utilizar los SageMakerMLOP. 
Puede utilizar esta característica para automatizar los pasos de su flujo de trabajo de machine 
learning y practicar CI/CD. Puede utilizar las plantillas de proyectos de MLOps para ayudar a 
configurar e implementar los proyectos de MLOps. SageMaker SageMaker también admite el uso de 
su propio repositorio de Git de terceros para crear un sistema CI/CD.

Para sus canalizaciones de ML, utilice Model Registry para gestionar las versiones de sus modelos y 
la implementación y automatización de los mismos.

Barreras de protección de implementación

Si desea actualizar el modelo mientras está en producción sin que ello afecte a la producción, puede 
utilizar las barreras de protección de implementación. Las barandillas de despliegue son un conjunto 
de opciones de despliegue de modelos disponibles en SageMaker Inference para actualizar los 
modelos de aprendizaje automático en producción. Con las opciones de implementación totalmente 
gestionadas, puede controlar el cambio del modelo actual en producción a uno nuevo. Los modos 
de cambio de tráfico le permiten controlar minuciosamente el proceso de cambio de tráfico, y 
las medidas de seguridad integradas, como las reversiones automáticas, le ayudan a detectar 
los problemas desde el principio. Para obtener más información sobre barreras de protección de 
implementación, consulte la documentación sobre barreras de protección de implementación.
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Inferentia

Si necesita ejecutar aplicaciones de machine learning y aprendizaje profundo a gran escala para 
casos de uso como el reconocimiento de imágenes o voz, procesamiento de lenguaje natural (NLP), 
personalización, previsión o detección de fraudes, puede utilizar una instancia Inf1 con un punto de 
conexión en tiempo real.

Las instancias Inf1 están diseñadas para ser compatibles con las aplicaciones de inferencia de 
machine learning y cuentan con los chips de Inferentia AWS. Las instancias Inf1 ofrecen un mayor 
rendimiento y un menor coste por inferencia que las instancias basadas en GPU.

Para implementar un modelo en Inf1 instancias, compile su modelo con SageMaker Neo y elija una
Inf1 instancia para su opción de implementación. Para obtener más información, consulte Optimizar 
el rendimiento de los modelos con SageMaker Neo.

Optimizar el rendimiento de modelos

SageMaker proporciona funciones para gestionar los recursos y optimizar el rendimiento de las 
inferencias al implementar modelos de aprendizaje automático. Puede utilizar SageMaker los
algoritmos integrados y los modelos prediseñados, así como las imágenes de Docker prediseñadas, 
que se desarrollan para el aprendizaje automático. Para entrenar TensorFlow los modelos Apache 
MXNet PyTorch, ONNX y XGBoost una vez y optimizarlos para su implementación en procesadores 
ARM, Intel y Nvidia, consulte Optimizar el rendimiento de los modelos con Neo. SageMaker

Escalado automático

Si sus puntos de conexión reciben cantidades variables de tráfico, puede probar el escalado 
automático. Por ejemplo, durante las horas punta, es posible que necesite más instancias 
para procesar solicitudes, pero durante los períodos de poco tráfico, es posible que desee 
reducir el uso de recursos informáticos. Para ajustar de forma dinámica el número de instancias 
que se aprovisionan como respuesta a los cambios de su carga de trabajo, consulte Escala 
automáticamente los SageMaker modelos de Amazon.

Si tiene patrones de tráfico impredecibles o no quiere establecer políticas de escalado, también 
puede utilizar Serverless Inference como un terminal que gestione el escalado automático por usted. 
SageMaker Durante los períodos de poco tráfico, reduce la SageMaker escala del punto final y, si el 
tráfico aumenta, SageMaker escala el punto final al alza. Para obtener más información, consulte la 
documentación de Inferencia sin servidor.
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Implementar un modelo en Amazon SageMaker

Después de entrenar su modelo de machine learning, puede implementarlo con Amazon SageMaker 
para obtener predicciones de cualquiera de las siguientes maneras, según el caso de uso:

• Para los puntos de conexión persistentes y en tiempo real que realizan una predicción a la vez, 
utilice los servicios de alojamiento en tiempo real de SageMaker. Consulte Inferencia en tiempo 
real.

• Utilice Serverless Inference para las cargas de trabajo que tienen períodos de inactividad entre 
picos de tráfico y que pueden tolerar los arranques en frío. Consulte Inferencia sin servidor.

• Las solicitudes con cargas útiles grandes de hasta 1 GB, los tiempos de procesamiento 
prolongados y los requisitos de latencia prácticamente en tiempo real utilizan la inferencia 
asíncrona de Amazon SageMaker. Consulte Inferencia asíncrona.

• Para obtener predicciones para todo un conjunto de datos completo, use transformaciones por 
lotes de SageMaker. Consulte Utilice la transformación por lotes.

SageMaker proporciona características que permiten administrar recursos y optimizar el rendimiento 
de las inferencias a la hora de implementar modelos de machine learning:

• Para gestionar los modelos en dispositivos periféricos de forma que pueda optimizar, proteger, 
supervisar y mantener los modelos de machine learning en flotas de dispositivos periféricos, como 
cámaras inteligentes, robots, ordenadores personales y dispositivos móviles, consulte Implemente 
modelos periféricos con SageMaker Edge Manager.

• Para optimizar Gluon, Keras, MXNet, PyTorch, TensorFlow, TensorFlow-Lite y ONNX para la 
inferencia en máquinas Android, Linux y Windows basadas en procesadores de Ambarella, ARM, 
Intel, Nvidia, NXP, Qualcomm, Texas Instruments y Xilinx, consulte Optimice el rendimiento del 
modelo con Neo.

Para obtener más información acerca de todas las opciones de implementación, consulte
Implementar modelos para inferencia.

Crea un modelo en Amazon SageMaker con ModelBuilder

La preparación del modelo para su implementación en un SageMaker punto final requiere varios 
pasos, como elegir una imagen del modelo, configurar la configuración del punto final, codificar 
las funciones de serialización y deserialización para transferir datos hacia y desde el servidor y el 
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cliente, identificar las dependencias del modelo y cargarlos en Amazon S3. ModelBuilderpuede 
reducir la complejidad de la configuración y el despliegue iniciales para ayudarle a crear un modelo 
desplegable en un solo paso.

ModelBuilderrealiza las siguientes tareas por usted:

• Convierte los modelos de aprendizaje automático entrenados con varios marcos, como XGBoost, o 
PyTorch en modelos desplegables en un solo paso.

• Realiza una selección automática de contenedores en función del marco del modelo para que no 
tenga que especificar el contenedor manualmente. Aún puedes traer tu propio contenedor pasando 
tu propio URI aModelBuilder.

• Se encarga de la serialización de los datos en el lado del cliente antes de enviarlos al servidor 
para deducir y deserializar los resultados devueltos por el servidor. Los datos se formatean 
correctamente sin procesamiento manual.

• Permite la captura automática de las dependencias y empaqueta el modelo según las expectativas 
del servidor modelo. ModelBuilderLa captura automática de las dependencias es el mejor 
enfoque para cargar las dependencias de forma dinámica. (Le recomendamos que pruebe 
la captura automática de forma local y actualice las dependencias para adaptarla a sus 
necesidades).

• Para los casos de uso de modelos de lenguaje (LLM) de gran tamaño, si lo desea, puede realizar 
ajustes de parámetros locales de las propiedades de servidor que se pueden implementar para 
mejorar el rendimiento cuando se alojan en un SageMaker punto final.

• Es compatible con la mayoría de los modelos de servidores y contenedores más populares 
TorchServe, como Triton, DJLServing y TGI Container.

Cree su modelo con ModelBuilder

ModelBuilderes una clase de Python que toma un modelo de marco, como XGBoost o una 
especificación de inferencia especificada por el usuario PyTorch, y lo convierte en un modelo 
desplegable. ModelBuilderproporciona una función de compilación que genera los artefactos 
para su despliegue. El artefacto de modelo generado es específico del servidor de modelos, que 
también se puede especificar como una de las entradas. Para obtener más información sobre la
ModelBuilder clase, consulte ModelBuilder.

El siguiente diagrama ilustra el flujo de trabajo general de creación de modelos cuando se 
utilizaModelBuilder. ModelBuilderacepta un modelo o una especificación de inferencia junto 
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con su esquema para crear un modelo desplegable que pueda probarse localmente antes del 
despliegue.

ModelBuilderpuede gestionar cualquier personalización que desee aplicar. Sin embargo, para 
implementar un modelo de marco, el creador del modelo espera como mínimo un modelo, una 
muestra de entrada y salida y la función. En el siguiente ejemplo de código, ModelBuilder se llama 
con un modelo de marco y una instancia SchemaBuilder con argumentos mínimos (para deducir 
las funciones correspondientes para serializar y deserializar la entrada y la salida del punto final). No 
se especifica ningún contenedor ni se transfiere ninguna dependencia empaquetada; estos recursos 
se deducen SageMaker automáticamente al crear el modelo.

from sagemaker.serve.builder.model_builder import ModelBuilder
from sagemaker.serve.builder.schema_builder import SchemaBuilder

model_builder = ModelBuilder( 
    model=model, 
    schema_builder=SchemaBuilder(input, output), 
    role_arn="execution-role",
)

El siguiente ejemplo de código se invoca ModelBuilder con una especificación de inferencia (como 
una InferenceSpec instancia) en lugar de un modelo, con personalización adicional. En este 
caso, la llamada al creador de modelos incluye una ruta para almacenar los artefactos del modelo 
y también activa la captura automática de todas las dependencias disponibles. Para obtener más 
información al respectoInferenceSpec, consulte. Personalice la carga del modelo y la gestión de 
las solicitudes

model_builder = ModelBuilder( 
    mode=Mode.LOCAL_CONTAINER, 
    model_path=model-artifact-directory, 
    inference_spec=your-inference-spec, 
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    schema_builder=SchemaBuilder(input, output), 
    role_arn=execution-role, 
    dependencies={"auto": True}
)

Defina los métodos de serialización y deserialización

Al invocar un SageMaker punto final, los datos se envían a través de cargas HTTP con diferentes 
tipos de MIME. Por ejemplo, una imagen enviada al punto final para su inferencia debe convertirse 
en bytes en el lado del cliente y enviarse a través de una carga útil HTTP al punto final. Cuando el 
punto final recibe la carga útil, debe deserializar la cadena de bytes para devolverla al tipo de datos 
esperado por el modelo (también conocida como deserialización del lado del servidor). Una vez que 
el modelo finalice la predicción, los resultados también deben serializarse en bytes que se puedan 
enviar al usuario o al cliente a través de la carga útil HTTP. Una vez que el cliente recibe los datos de 
bytes de respuesta, debe realizar una deserialización del lado del cliente para volver a convertir los 
datos de bytes al formato de datos esperado, como JSON. Como mínimo, debe convertir los datos 
para las siguientes tareas:

1. Serialización de la solicitud de inferencia (gestionada por el cliente)

2. Deserialización de las solicitudes de inferencia (gestionada por el servidor o el algoritmo)

3. Invocar el modelo contra la carga útil y devolver la carga útil de respuesta

4. Serialización de la respuesta a la inferencia (gestionada por el servidor o el algoritmo)

5. Deserialización de la respuesta de inferencia (gestionada por el cliente)

El siguiente diagrama muestra los procesos de serialización y deserialización que se producen 
cuando se invoca el punto final.
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Al proporcionar una muestra de entrada y salidaSchemaBuilder, el generador de esquemas genera 
las funciones de clasificación correspondientes para serializar y deserializar la entrada y la salida. 
Puede personalizar aún más sus funciones de serialización con. CustomPayloadTranslator Pero 
en la mayoría de los casos, un serializador simple como el siguiente funcionaría:

input = "How is the demo going?"
output = "Comment la démo va-t-elle?"
schema = SchemaBuilder(input, output)

Para obtener más información al respectoSchemaBuilder, consulte. SchemaBuilder

En el siguiente fragmento de código se describe un ejemplo en el que se desean personalizar las 
funciones de serialización y deserialización en los lados del cliente y del servidor. Puede definir sus 
propios traductores de solicitudes y respuestas con CustomPayloadTranslator estos traductores 
y pasarlos a ellos. SchemaBuilder

Al incluir las entradas y salidas con los traductores, el creador del modelo puede extraer el formato 
de datos que espera el modelo. Por ejemplo, supongamos que la entrada de muestra es una imagen 
sin procesar y sus traductores personalizados recortan la imagen y la envían al servidor como un 
tensor. ModelBuildernecesita tanto la entrada sin procesar como cualquier código personalizado 
de preprocesamiento o posprocesamiento para obtener un método que convierta los datos tanto del 
lado del cliente como del servidor.

from sagemaker.serve import CustomPayloadTranslator

# request translator
class MyRequestTranslator(CustomPayloadTranslator): 
    # This function converts the payload to bytes - happens on client side 
    def serialize_payload_to_bytes(self, payload: object) -> bytes: 
        # converts the input payload to bytes 
        ... ... 
        return  //return object as bytes 

    # This function converts the bytes to payload - happens on server side 
    def deserialize_payload_from_stream(self, stream) -> object: 
        # convert bytes to in-memory object 
        ... ... 
        return //return in-memory object

# response translator
class MyResponseTranslator(CustomPayloadTranslator): 
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    # This function converts the payload to bytes - happens on server side 
    def serialize_payload_to_bytes(self, payload: object) -> bytes: 
        # converts the response payload to bytes 
        ... ... 
        return //return object as bytes 

    # This function converts the bytes to payload - happens on client side 
    def deserialize_payload_from_stream(self, stream) -> object: 
        # convert bytes to in-memory object 
        ... ... 
        return //return in-memory object

Al crear el SchemaBuilder objeto, se pasa el ejemplo de entrada y salida junto con los traductores 
personalizados previamente definidos, como se muestra en el siguiente ejemplo:

my_schema = SchemaBuilder( 
    sample_input=image, 
    sample_output=output, 
    input_translator=MyRequestTranslator(), 
    output_translator=MyResponseTranslator()
)

A continuación, se pasan al objeto los ejemplos de entrada y salida, junto con los traductores 
personalizados definidos anteriormente. SchemaBuilder

my_schema = SchemaBuilder( 
    sample_input=image, 
    sample_output=output, 
    input_translator=MyRequestTranslator(), 
    output_translator=MyResponseTranslator()
)

En las siguientes secciones se explica en detalle cómo crear un modelo con sus clases auxiliares
ModelBuilder y cómo utilizarlas para personalizar la experiencia según su caso de uso.

Temas

• Personalice la carga del modelo y la gestión de las solicitudes

• Cree su modelo e impleméntelo

• Traiga su propio contenedor (BYOC)

• ModelBuilder Utilizándolo en modo local
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• ModelBuilder ejemplos

Personalice la carga del modelo y la gestión de las solicitudes

Proporcionar su propio código de inferencia InferenceSpec ofrece una capa adicional de 
personalización. Con élInferenceSpec, puede personalizar la forma en que se carga el modelo 
y la forma en que gestiona las solicitudes de inferencia entrantes, omitiendo sus mecanismos 
predeterminados de gestión de carga e inferencias. Esta flexibilidad es especialmente beneficiosa 
cuando se trabaja con modelos no estándar o canalizaciones de inferencia personalizadas. Puede 
personalizar el invoke método para controlar la forma en que el modelo preprocesa y postprocesa 
las solicitudes entrantes. El invoke método garantiza que el modelo gestione las solicitudes de 
inferencia correctamente. El siguiente ejemplo se utiliza InferenceSpec para generar un modelo 
con la HuggingFace canalización. Para obtener más información al respectoInferenceSpec, 
consulte la InferenceSpec.

from sagemaker.serve.spec.inference_spec import InferenceSpec
from transformers import pipeline

class MyInferenceSpec(InferenceSpec): 
    def load(self, model_dir: str): 
        return pipeline("translation_en_to_fr", model="t5-small") 

    def invoke(self, input, model): 
        return model(input)

inf_spec = MyInferenceSpec()

model_builder = ModelBuilder( 
    inference_spec=your-inference-spec, 
    schema_builder=SchemaBuilder(X_test, y_pred)
)

El siguiente ejemplo ilustra una variación más personalizada de un ejemplo anterior. Un modelo se 
define con una especificación de inferencia que tiene dependencias. En este caso, el código de la 
especificación de inferencia depende del paquete lang-segment. El argumento for dependencies
contiene una sentencia que indica al generador que instale lang-segment mediante Git. Dado que el 
usuario indica al creador de modelos que instale una dependencia de forma personalizada, la auto
clave es False desactivar la captura automática de las dependencias.
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model_builder = ModelBuilder( 
    mode=Mode.LOCAL_CONTAINER, 
    model_path=model-artifact-directory, 
    inference_spec=your-inference-spec, 
    schema_builder=SchemaBuilder(input, output), 
    role_arn=execution-role, 
    dependencies={"auto": False, "custom": ["-e git+https://github.com/luca-medeiros/
lang-segment-anything.git#egg=lang-sam"],}
)

Cree su modelo e impleméntelo

Llame a la build función para crear su modelo desplegable. En este paso, se crean códigos de 
inferencia en el directorio de trabajo con el código necesario para crear el esquema, ejecutar la 
serialización y deserialización de las entradas y salidas y ejecutar otras lógicas personalizadas 
especificadas por el usuario. inference.py

Como control de integridad, SageMaker empaqueta y selecciona los archivos necesarios para su 
implementación como parte de la función de compilación. ModelBuilder Durante este proceso, 
SageMaker también crea la firma HMAC para el archivo pickle y añade la clave secreta en la
CreateModelAPI como variable de entorno durante deploy (o). create El lanzamiento del punto 
final utiliza la variable de entorno para validar la integridad del archivo pickle.

# Build the model according to the model server specification and save it as files in 
 the working directory
model = model_builder.build()

Implemente su modelo con el deploy método existente del modelo. En este paso, SageMaker 
configura un punto final para alojar el modelo a medida que comience a hacer predicciones sobre 
las solicitudes entrantes. Si bien ModelBuilder deduce los recursos de punto final necesarios 
para implementar su modelo, puede anular esas estimaciones con sus propios valores de 
parámetros. En el siguiente ejemplo, SageMaker se indica cómo implementar el modelo en una sola
ml.c6i.xlarge instancia. Un modelo creado a partir de ModelBuilder él permite el registro en 
tiempo real durante la implementación como una función adicional.

predictor = model.deploy( 
    initial_instance_count=1, 
    instance_type="ml.c6i.xlarge"
)
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Si desea tener un control más preciso sobre los recursos de punto final asignados a su modelo, 
puede utilizar un objeto. ResourceRequirements Con el ResourceRequirements objeto, puede 
solicitar una cantidad mínima de CPU, aceleradores y copias de los modelos que desee implementar. 
También puede solicitar un límite de memoria mínimo y máximo (en MB). Para utilizar esta función, 
debe especificar el tipo de punto final comoEndpointType.INFERENCE_COMPONENT_BASED. 
En el siguiente ejemplo, se solicitan cuatro aceleradores, un tamaño de memoria mínimo 
de 1024 MB y una copia del modelo para implementarlos en un dispositivo de este 
tipoEndpointType.INFERENCE_COMPONENT_BASED.

resource_requirements = ResourceRequirements( 
    requests={ 
        "num_accelerators": 4, 
        "memory": 1024, 
        "copies": 1, 
    }, 
    limits={},
)
predictor = model.deploy( 
    mode=Mode.SAGEMAKER_ENDPOINT, 
    endpoint_type=EndpointType.INFERENCE_COMPONENT_BASED, 
    resources=resource_requirements, 
    role="role"
)

Traiga su propio contenedor (BYOC)

Si quieres traer tu propio contenedor (extendido desde un SageMaker contenedor), también puedes 
especificar el URI de la imagen, tal y como se muestra en el siguiente ejemplo. También debe 
identificar el servidor de modelos que corresponde a la imagen ModelBuilder para generar 
artefactos específicos del servidor de modelos.

model_builder = ModelBuilder( 
    model=model, 
    model_server=ModelServer.TORCHSERVE, 
    schema_builder=SchemaBuilder(X_test, y_pred), 
    image_uri="123123123123.dkr.ecr.ap-southeast-2.amazonaws.com/byoc-image:xgb-1.7-1")
)
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ModelBuilder Utilizándolo en modo local

Puede implementar su modelo localmente utilizando el mode argumento para cambiar entre las 
pruebas locales y el despliegue en un punto final. Debe almacenar los artefactos del modelo en el 
directorio de trabajo, como se muestra en el siguiente fragmento:

model = XGBClassifier()
model.fit(X_train, y_train)
model.save_model(model_dir + "/my_model.xgb")

Pase el objeto modelo, una SchemaBuilder instancia y establezca el modo en.
Mode.LOCAL_CONTAINER Cuando llamas a la build función, identifica ModelBuilder
automáticamente el contenedor del framework compatible y busca las dependencias. El siguiente 
ejemplo muestra la creación de modelos con un modelo XGBoost en modo local.

model_builder_local = ModelBuilder( 
    model=model, 
    schema_builder=SchemaBuilder(X_test, y_pred), 
    role_arn=execution-role, 
    mode=Mode.LOCAL_CONTAINER
)
xgb_local_builder = model_builder_local.build()

Llame a la deploy función para implementarla localmente, como se muestra en el siguiente 
fragmento. Si especificas parámetros para el tipo o el recuento de instancias, estos argumentos se 
ignoran.

predictor_local = xgb_local_builder.deploy()

Solución de problemas en el modo local

En función de su configuración local individual, es posible que tenga dificultades para funcionar
ModelBuilder sin problemas en su entorno. Consulte la siguiente lista para ver algunos de los 
problemas a los que puede enfrentarse y cómo resolverlos.

• Ya está en uso: es posible que se produzca un Address already in use error. En este caso, 
es posible que se esté ejecutando un contenedor Docker en ese puerto o que otro proceso lo 
esté utilizando. Puede seguir el enfoque descrito en la documentación de Linux para identificar 
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el proceso y redirigir correctamente el proceso local del puerto 8080 a otro puerto o limpiar la 
instancia de Docker.

• Problema de permiso de IAM: es posible que se produzca un problema de permiso al intentar 
extraer una imagen de Amazon ECR o acceder a Amazon S3. En este caso, diríjase a la función 
de ejecución del bloc de notas o de la instancia de Studio Classic para comprobar la política
SageMakerFullAccess o los permisos de API correspondientes.

• Problema de capacidad de volumen de EBS: si implementas un modelo de lenguaje grande 
(LLM), es posible que te quedes sin espacio mientras ejecutas Docker en modo local o que tengas 
limitaciones de espacio en la caché de Docker. En este caso, puede intentar mover el volumen de 
Docker a un sistema de archivos que tenga suficiente espacio. Para mover el volumen de Docker, 
complete los siguientes pasos:

1. Abre un terminal y df ejecútalo para mostrar el uso del disco, como se muestra en el siguiente 
resultado:

(python3) sh-4.2$ df
Filesystem     1K-blocks      Used Available Use% Mounted on
devtmpfs       195928700         0 195928700   0% /dev
tmpfs          195939296         0 195939296   0% /dev/shm
tmpfs          195939296      1048 195938248   1% /run
tmpfs          195939296         0 195939296   0% /sys/fs/cgroup
/dev/nvme0n1p1 141545452 135242112   6303340  96% /
tmpfs           39187860         0  39187860   0% /run/user/0
/dev/nvme2n1   264055236  76594068 176644712  31% /home/ec2-user/SageMaker
tmpfs           39187860         0  39187860   0% /run/user/1002
tmpfs           39187860         0  39187860   0% /run/user/1001
tmpfs           39187860         0  39187860   0% /run/user/1000

2. Mueva el directorio Docker predeterminado de /dev/nvme0n1p1 a para /dev/nvme2n1
poder utilizar al máximo el SageMaker volumen de 256 GB. Para obtener más información, 
consulta la documentación sobre cómo mover tu directorio de Docker.

3. Detenga Docker con el siguiente comando:

sudo service docker stop

4. Añada un daemon.json /etc/docker o añada el siguiente blob JSON al existente.

{ 
    "data-root": "/home/ec2-user/SageMaker/{created_docker_folder}"
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}

5. Mueva el directorio de Docker /var/lib/docker a /home/ec2-user/SageMaker con el 
siguiente comando:

sudo rsync -aP /var/lib/docker/ /home/ec2-user/SageMaker/{created_docker_folder}

6. Inicie Docker con el siguiente comando:

sudo service docker start

7. Limpie la papelera con el siguiente comando:

cd /home/ec2-user/SageMaker/.Trash-1000/files/*
sudo rm -r *

8. Si utilizas una instancia de SageMaker bloc de notas, puedes seguir los pasos del archivo de 
preparación de Docker para preparar Docker para el modo local.

ModelBuilder ejemplos

Para ver más ejemplos de uso ModelBuilder para crear modelos, consulta los
ModelBuilderejemplos de libretas.

Validación de un modelo de machine learning
Una vez realizada la entrenamiento de un modelo, evalúelo para determinar si su desempeño 
y precisión le permiten conseguir sus objetivos empresariales. Puede generar varios modelos 
mediante distintos métodos y evaluar cada uno de ellos. Por ejemplo, podría aplicar diferentes 
reglas empresariales para cada modelo y, a continuación, aplicar varias medias para determinar 
la sostenibilidad de cada modelo. Podría considerar si su modelo necesita ser más sensible que 
específico (o viceversa).

Puede evaluar el modelo mediante los datos históricos (sin conexión) o datos activos:

• Prueba sin conexión: utilice los datos históricos, no activos, para enviar solicitudes al modelo para 
las inferencias.

Implemente el modelo de capacitación en un punto de enlace alfa y use los datos históricos para 
enviar solicitudes de inferencia a él. Para enviar las solicitudes, utilice el cuaderno de Jupyter en su 
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instancia de cuaderno de Amazon SageMaker y la AWS SDK for Python (Boto) o la biblioteca de 
Python de alto nivel proporcionada por SageMaker.

• Pruebas en línea con datos en vivo: SageMaker admite pruebas A/B para modelos en producción 
mediante el uso de variantes de producción. Las variantes de producción son modelos que utilizan 
el mismo código de inferencia y se despliegan en el mismo punto de conexión de SageMaker. 
Configure las variantes de producción de manera que una parte pequeña del tráfico activo se dirija 
al modelo que desea validar. Por ejemplo, puede elegir enviar el 10% del tráfico a una variante 
de modelo para la evaluación. Una vez que esté satisfecho con el rendimiento del modelo, puede 
dirigir el 100% del tráfico al modelo actualizado. Para ver un ejemplo de pruebas de modelos en 
producción, consulte Variantes de producción.

Para obtener más información, consulte artículos y libros acerca de cómo evaluar modelos; por 
ejemplo, Evaluating Machine Learning Models.

Las opciones para la evaluación del modelo sin conexión incluyen las siguientes opciones:

• Validación mediante un "conjunto de excepciones": los usuarios del machine learning normalmente 
separan una parte de los datos como un "conjunto de excepciones". No utilice estos datos para 
una entrenamiento de modelos.

Con este método, se evalúa hasta qué punto el modelo proporciona correctamente inferencias en 
el conjunto de excepciones. Después evalúa la eficacia con la que el modelo generaliza lo que 
ha aprendido en la entrenamiento inicial, en lugar de usar la "memoria" del modelo. Este enfoque 
para la validación ofrece una idea de la frecuencia con la que el modelo puede inferir la respuesta 
correcta.

 

De alguna forma, este enfoque es similar al de la enseñanza de los estudiantes de primaria. 
Primero, proporcióneles un conjunto de ejemplos que aprender y, a continuación, realice una 
prueba de su capacidad de generalización a partir de su aprendizaje. Con los deberes y los 
exámenes, plantea los problemas no incluidos en el aprendizaje inicial y determina si se pueden 
generalizar de forma efectiva. Los estudiantes con una memoria perfecta podrían memorizar los 
problemas en lugar de aprender las reglas.

 

Normalmente, el conjunto de datos de exclusiones es del 20-30% de los datos de entrenamiento.
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• Validación de k interacciones: en este enfoque de validación, divide el conjunto de datos de 
ejemplo en k partes. Trate cada una de estas partes como un conjunto de excepciones para las 
ejecuciones de entrenamiento k y utilice las otras partes k-1 como el conjunto de entrenamiento 
para esa ejecución. Genere modelos k mediante un proceso similar y agregue los modelos para 
generar su modelo final. El valor k se encuentra normalmente en el intervalo de 5 a 10.

Recomendador de SageMaker inferencias de Amazon

Amazon SageMaker Inference Recommender es una capacidad de Amazon SageMaker que 
reduce el tiempo necesario para poner en producción los modelos de aprendizaje automático (ML) 
al automatizar las pruebas de carga y el ajuste de modelos en todas SageMaker las instancias 
de ML. Puede utilizar Recomendador de inferencias para implementar su modelo en un punto de 
conexión de inferencia en tiempo real o sin servidor que ofrezca el mejor rendimiento al menor coste. 
Recomendador de inferencias le ayuda a seleccionar el mejor tipo y configuración de instancia (como 
el número de instancias, los parámetros del contenedor y las optimizaciones del modelo) o la mejor 
configuración sin servidor (como el tamaño máximo de memoria y simultaneidad) para sus cargas de 
trabajo y modelos de ML.

Amazon SageMaker Inference Recommender solo le cobra por las instancias utilizadas durante la 
ejecución de sus trabajos.

Funcionamiento

Para utilizar Amazon SageMaker Inference Recommender, puede crear un SageMaker modelo o 
registrarlo en el SageMaker registro de modelos con sus artefactos del modelo. Utilice la consola 
AWS SDK for Python (Boto3) o la SageMaker consola para ejecutar trabajos de evaluación 
comparativa para diferentes SageMaker configuraciones de puntos finales. Los trabajos de 
Recomendación de inferencias le ayudan a recopilar y visualizar métricas sobre el rendimiento y 
la utilización de los recursos para ayudarle a decidir qué tipo y configuración de punto de conexión 
elegir.

Cómo empezar

Si es la primera vez que utiliza Amazon SageMaker Inference Recommender, le recomendamos que 
haga lo siguiente:
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1. Lee esta Requisitos previos sección para asegurarte de que cumples los requisitos para usar 
Amazon SageMaker Inference Recommender.

2. Lea la sección Trabajos de recomendación para lanzar sus primeros trabajos de recomendación 
del Recomendador de inferencias.

3. Explore el ejemplo introductorio del SageMaker cuaderno Jupyter de Amazon Inference 
Recommender o revise los cuadernos de ejemplo en la siguiente sección.

Cuadernos de ejemplo

Los siguientes ejemplos de cuadernos de Jupyter pueden ayudarle con los flujos de trabajo para 
varios casos de uso en Recomendador de inferencias:

• Si desea un cuaderno introductorio que compare un TensorFlow modelo, consulte el cuaderno 
Inference Recommender. SageMaker TensorFlow

• Si desea comparar un HuggingFace modelo, consulte el Recomendador de SageMaker inferencias
para cuadernos. HuggingFace

• Si desea comparar un modelo XGBoost, consulte el Recomendador de SageMaker inferencias del 
portátil XGBoost.

• Si desea revisar CloudWatch las métricas de sus trabajos de recomendación de inferencias, 
consulte el cuaderno de métricas del Recomendador de inferencias. SageMaker CloudWatch

Requisitos previos

Para utilizar Amazon SageMaker Inference Recommender, primero asegúrese de cumplir los 
requisitos previos que se indican a continuación. A modo de ejemplo, mostramos cómo utilizar 
un modelo PyTorch (v1.7.1) ResNet -18 previamente entrenado para ambos tipos de trabajos de 
recomendación de Amazon SageMaker Inference Recommender. Los ejemplos que se muestran 
utilizan el. AWS SDK for Python (Boto3)

Note

• Los siguientes ejemplos de código utilizan Python. Elimine el carácter de prefijo ! si 
ejecuta alguno de los siguientes ejemplos de código en su terminal o AWS CLI.
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• Puede ejecutar los siguientes ejemplos con el núcleo de Python 3 (TensorFlow 2.6 Python 
3.8 optimizado para CPU) en un bloc de notas de Amazon SageMaker Studio. Para 
obtener más información sobre Studio, consulteAmazon SageMaker Studio.

1. Cree un rol de IAM para Amazon SageMaker.

Crea un rol de IAM para Amazon SageMaker que tenga la política gestionada de
AmazonSageMakerFullAccess IAM adjunta.

2. Configure su entorno.

Importe las dependencias y cree variables para ustedRegión de AWS, su función de SageMaker 
IAM (desde el paso 1) y el SageMaker cliente.

!pip install --upgrade pip awscli botocore boto3  --quiet
from sagemaker import get_execution_role, Session, image_uris
import boto3

region = boto3.Session().region_name
role = get_execution_role()
sagemaker_client = boto3.client("sagemaker", region_name=region)
sagemaker_session = Session()

3. (Opcional) Revise los modelos existentes comparados con Recomendador de inferencias.

Recomendador de inferencias compara modelos de referencia con Model Zoos. Recomendador 
de inferencias es compatible con su modelo incluso si aún no se ha comparado con él.

Utilice ListModelMetaData para obtener un objeto de respuesta que indique el dominio, el 
marco, la tarea y el nombre de los modelos de machine learning que se encuentran en los Model 
Zoos comunes.

En los pasos posteriores, debe utilizar el dominio, la estructura, la versión del marco, la tarea y 
el nombre del modelo para seleccionar una imagen de Docker de inferencia y registrar el modelo 
en Model Registry. SageMaker A continuación, se muestra cómo enumerar los metadatos del 
modelo con SDK para Python (Boto3):

list_model_metadata_response=sagemaker_client.list_model_metadata()
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El resultado incluye resúmenes del modelo (ModelMetadataSummaries) y metadatos de 
respuesta (ResponseMetadata) similares a los siguientes:

{ 
    'ModelMetadataSummaries': [{ 
            'Domain': 'NATURAL_LANGUAGE_PROCESSING', 
            'Framework': 'PYTORCH:1.6.0', 
             'Model': 'bert-base-cased', 
             'Task': 'FILL_MASK' 
             }, 
            { 
             'Domain': 'NATURAL_LANGUAGE_PROCESSING', 
             'Framework': 'PYTORCH:1.6.0', 
             'Model': 'bert-base-uncased', 
             'Task': 'FILL_MASK' 
             }, 
            { 
            'Domain': 'COMPUTER_VISION', 
             'Framework': 'MXNET:1.8.0', 
             'Model': 'resnet18v2-gluon', 
             'Task': 'IMAGE_CLASSIFICATION' 
             }, 
             { 
             'Domain': 'COMPUTER_VISION', 
             'Framework': 'PYTORCH:1.6.0', 
             'Model': 'resnet152', 
             'Task': 'IMAGE_CLASSIFICATION' 
             }], 
    'ResponseMetadata': { 
                            'HTTPHeaders': { 
                            'content-length': '2345', 
                            'content-type': 'application/x-amz-json-1.1', 
                            'date': 'Tue, 19 Oct 2021 20:52:03 GMT', 
                            'x-amzn-requestid': 'xxxxxxxx-xxxx-xxxx-xxxx-
xxxxxxxxxxxx' 
                          }, 
    'HTTPStatusCode': 200, 
    'RequestId': 'xxxxxxxx-xxxx-xxxx-xxxx-xxxxxxxxxxxx', 
    'RetryAttempts': 0 
    }
}
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Para esta demostración, utilizamos un modelo PyTorch (v1.7.1) ResNet -18 para realizar la 
clasificación de imágenes. El siguiente ejemplo de código de Python almacena el marco, la 
versión del marco, el dominio y la tarea en variables para su uso posterior:

# ML framework details
framework = 'pytorch'
framework_version = '1.7.1'

# ML model details
ml_domain = 'COMPUTER_VISION'
ml_task = 'IMAGE_CLASSIFICATION'

4. Cargue su modelo de machine learning en Amazon S3.

Utilice este modelo PyTorch (v1.7.1) ResNet -18 si no tiene un modelo de aprendizaje 
automático previamente entrenado:

# Optional: Download a sample PyTorch model
import torch
from torchvision import models, transforms, datasets

# Create an example input for tracing
image = torch.zeros([1, 3, 256, 256], dtype=torch.float32)

# Load a pretrained resnet18 model from TorchHub
model = models.resnet18(pretrained=True)

# Tell the model we are using it for evaluation (not training). Note this is 
 required for Inferentia compilation.
model.eval()
model_trace = torch.jit.trace(model, image)

# Save your traced model
model_trace.save('model.pth')

Descargue un ejemplo de script de inferencia inference.py. Cree un directorio code y mueva 
el script de inferencia al directorio code.

# Download the inference script
!wget https://aws-ml-blog-artifacts.s3.us-east-2.amazonaws.com/inference.py
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# move it into a code/ directory
!mkdir code
!mv inference.py code/

Amazon SageMaker exige que los modelos de aprendizaje automático previamente entrenados 
se empaqueten como un archivo TAR comprimido (*.tar.gz). Comprima el modelo y el script 
de inferencia para cumplir este requisito:

!tar -czf test.tar.gz model.pth code/inference.py

Cuando se aprovisiona el punto de conexión, los archivos del archivo se extraen en /opt/ml/
model/ en el punto de conexión.

Tras comprimir el modelo y los artefactos del modelo en un archivo .tar.gz, cárguelos en 
su bucket de Amazon S3. A continuación, se muestra cómo cargar su modelo a Amazon S3 
mediante AWS CLI:

!aws s3 cp test.tar.gz s3://{your-bucket}/models/

5. Seleccione una imagen de inferencia de Docker prediseñada o cree su propia imagen de Docker 
de inferencia.

SageMaker proporciona contenedores para sus algoritmos integrados e imágenes de Docker 
prediseñadas para algunos de los marcos de aprendizaje automático más comunes, como 
Apache MXNet, TensorFlow, PyTorch y Chainer. Para obtener una lista completa de las 
SageMaker imágenes disponibles, consulte Imágenes disponibles de Deep Learning Containers.

Si ninguno de los SageMaker contenedores existentes satisface tus necesidades y no tienes uno 
propio, crea una nueva imagen de Docker. Consulte Usar un código de inferencia propio para 
obtener información acerca de cómo crear una imagen de Docker.

A continuación, se muestra cómo recuperar una imagen de inferencia de la PyTorch versión 
1.7.1 mediante el SDK de SageMaker Python:

from sagemaker import image_uris

## Uncomment and replace with your own values if you did not define   
## these variables a previous step.
#framework = 'pytorch'
#framework_version = '1.7.1'
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# Note: you can use any CPU-based instance here,  
# this is just to set the arch as CPU for the Docker image
instance_type = 'ml.m5.2xlarge'  

image_uri = image_uris.retrieve(framework,  
                                region,  
                                version=framework_version,  
                                py_version='py3',  
                                instance_type=instance_type,  
                                image_scope='inference')

Para ver una lista de las SageMaker instancias disponibles, consulta los  SageMakerprecios de 
Amazon.

6. Cree un archivo de carga útil de ejemplo.

Cree un archivo que contenga archivos individuales que la herramienta de pruebas de carga 
pueda enviar a sus SageMaker puntos de conexión. El código de inferencia debe poder leer los 
formatos de archivo de la carga útil de muestra.

A continuación, se descarga una imagen en formato.jpg que en este ejemplo se utiliza en un 
paso posterior para el modelo ResNet -18.

!wget https://cdn.pixabay.com/photo/2020/12/18/05/56/flowers-5841251_1280.jpg

Comprima la carga útil de muestra como un archivo tar:

!tar -cvzf payload.tar.gz flowers-5841251_1280.jpg

Cargue la carga útil de muestra en Amazon S3 y anote el URI de Amazon S3:

!aws s3 cp payload.tar.gz s3://{bucket}/models/

Necesitará la URI de Amazon S3 en un paso posterior, así que guárdela en una variable:

bucket_prefix='models'
bucket = '<your-bucket-name>' # Provide the name of your S3 bucket
payload_s3_key = f"{bucket_prefix}/payload.tar.gz"
sample_payload_url= f"s3://{bucket}/{payload_s3_key}"
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7. Preparar la entrada del modelo para el trabajo de recomendaciones

Para el último requisito previo, tiene dos opciones para preparar la entrada del modelo. 
Puede registrar su modelo en el registro de modelos, que puede utilizar para catalogar los 
modelos para su producción, o bien puede crear un SageMaker modelo y especificarlo en el
ContainerConfig campo al crear un trabajo de recomendaciones. SageMaker La primera 
opción es la mejor si quiere aprovechar las funciones que ofrece el registro de modelos, como 
la gestión de las versiones de los modelos y la automatización de la implementación de los 
modelos. La segunda opción es ideal si desea comenzar rápidamente. Para la primera opción, 
vaya al paso 7. Para la segunda opción, omita el paso 7 y vaya al paso 8.

8. Opción 1: Registrar el modelo en el registro de modelos

Con SageMaker Model Registry, puede catalogar modelos para su producción, administrar 
las versiones de los modelos, asociar metadatos (como las métricas de entrenamiento) a un 
modelo, administrar el estado de aprobación de un modelo, implementar modelos en producción 
y automatizar el despliegue del modelo con CI/CD.

Cuando usa SageMaker Model Registry para rastrear y administrar sus modelos, se representan 
como un paquete de modelos versionado dentro de los grupos de paquetes de modelos. Los 
paquetes de modelos no versionados no forman parte de un grupo de modelos. Los grupos de 
paquetes de modelos contienen múltiples versiones o iteraciones de un modelo. Si bien no es 
necesario crearlos para todos los modelos del registro, ayudan a organizar varios modelos que 
tienen el mismo propósito y proporcionan un control de versiones automático.

Para utilizar Amazon SageMaker Inference Recommender, debe tener un paquete de modelos 
versionado. Puede crear un paquete de modelos versionados mediante programación con o 
AWS SDK for Python (Boto3) con Amazon SageMaker Studio Classic. Para crear un paquete de 
modelos versionados mediante programación, primero cree un grupo de paquetes de modelos 
con la API CreateModelPackageGroup. A continuación, cree un paquete de modelos 
mediante la API CreateModelPackage. Al llamar a este método, se crea un paquete de 
modelos versionado.

Consulte Cree un grupo de modelos y Registro de una versión del modelo para obtener 
instrucciones detalladas sobre cómo crear un grupo de paquetes modelo de forma programática 
e interactiva y cómo crear un paquete modelo versionado, respectivamente, con Amazon Studio 
Classic y AWS SDK for Python (Boto3) Amazon Studio. SageMaker
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En el siguiente ejemplo de código se muestra cómo crear un paquete de modelos versionados 
mediante el AWS SDK for Python (Boto3).

Note

No es necesario aprobar el paquete de modelos para crear un trabajo de recomendación 
de inferencias.

a. Crear un grupo de paquetes de modelos

Cree un grupo de paquetes de modelos con la API CreateModelPackageGroup. 
Asigne un nombre al grupo de paquetes de modelos para el ModelPackageGroupName
y, si lo desea, proporcione una descripción del paquete de modelos en el campo
ModelPackageGroupDescription.

model_package_group_name = '<INSERT>'
model_package_group_description = '<INSERT>' 

model_package_group_input_dict = { 
 "ModelPackageGroupName" : model_package_group_name, 
 "ModelPackageGroupDescription" : model_package_group_description,
}

model_package_group_response = 
 sagemaker_client.create_model_package_group(**model_package_group_input_dict)

Consulta la Guía de referencia de las SageMaker API de Amazon para obtener una 
lista completa de los argumentos opcionales y obligatorios a los que puedes pasárselos
CreateModelPackageGroup.

Cree un paquete de modelos especificando una imagen de Docker que ejecute el código 
de inferencia y la ubicación en Amazon S3 de los artefactos del modelo y proporcione 
valores para InferenceSpecification. InferenceSpecification debe contener 
información sobre los trabajos de inferencia que se pueden poner en marcha con modelos 
basados en este paquete de modelos, incluida la siguiente:

• Las rutas de imágenes de Amazon ECR que ejecutan el código de inferencia.
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• (Opcional) Los tipos de instancia que admite el paquete de modelos para los trabajos de 
transformación y los puntos de conexión en tiempo real que se utilizan para la inferencia.

• Los formatos de contenido de entrada y salida que el paquete de modelos admite para la 
inferencia.

Además, debe especificar los siguientes parámetros al crear un paquete de modelos:

• Dominio: el dominio de machine learning del paquete de modelos y sus componentes. 
Los dominios comunes de machine learning incluyen la visión artificial y el procesamiento 
del lenguaje natural.

• Tarea_ la tarea de machine learning que realiza el paquete de modelos. Las tareas 
comunes de machine learning incluyen la detección de objetos y la clasificación de 
imágenes. Especifique “OTHER” (OTRAS) si ninguna de las tareas enumeradas en la
Guía de referencia de API satisface su caso de uso. Consulte las descripciones de los 
campos de la API de tareas para obtener una lista de las tareas de machine learning 
compatibles.

• SamplePayloadUrl: La ruta de Amazon Simple Storage Service (Amazon S3) en la que 
se almacena la carga útil de muestra. Esta ruta debe apuntar a un archivo tar comprimido 
con gzip (sufijo .tar.gz).

• Framework: el marco de machine learning de la imagen de contenedor del paquete 
modelo.

• FrameworkVersion: La versión marco de Model Package Container Image.

Si proporciona una lista de tipos de instancias que se pueden utilizar para generar 
inferencias en tiempo real SupportedRealtimeInferenceInstanceTypes, Inference 
Recommender limitará el espacio de búsqueda para los tipos de instancias durante un 
trabajo. Default Use este parámetro si tiene limitaciones presupuestarias o si sabe que 
hay un conjunto específico de tipos de instancias compatibles con su imagen de modelo y 
contenedor.

En un paso anterior, descargamos un modelo ResNet 18 previamente entrenado y lo 
almacenamos en un bucket de Amazon S3 en un directorio llamadomodels. Recuperamos 
una imagen de inferencia de Deep Learning Container PyTorch (versión 1.7.1) y 
almacenamos el URI en una variable llamada. image_uri Usamos esas variables en el 
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siguiente ejemplo de código, donde definimos un diccionario que se usa como entrada a la 
API CreateModelPackage.

# Provide the Amazon S3 URI of your compressed tarfile
# so that Model Registry knows where to find your model artifacts
bucket_prefix='models'
bucket = '<your-bucket-name>' # Provide the name of your S3 bucket
model_s3_key = f"{bucket_prefix}/test.tar.gz"
model_url= f"s3://{bucket}/{model_s3_key}"

# Similar open source model to the packaged model
# The name of the ML model as standardized by common model zoos
nearest_model_name = 'resnet18'

# The supported MIME types for input and output data. In this example,  
# we are using images as input.
input_content_type='image/jpeg'

# Optional - provide a description of your model.
model_package_description = '<INSERT>'

## Uncomment if you did not store the domain and task in an earlier
## step  
#ml_domain = 'COMPUTER_VISION'
#ml_task = 'IMAGE_CLASSIFICATION'

## Uncomment if you did not store the framework and framework version
## in a previous step.
#framework = 'PYTORCH'
#framework_version = '1.7.1'

# Optional: Used for optimizing your model using SageMaker Neo
# PyTorch uses NCHW format for images
data_input_configuration = "[[1,3,256,256]]"

# Create a dictionary to use as input for creating a model pacakge group
model_package_input_dict = { 
        "ModelPackageGroupName" : model_package_group_name, 
        "ModelPackageDescription" : model_package_description, 
        "Domain": ml_domain, 
        "Task": ml_task, 
        "SamplePayloadUrl": sample_payload_url, 
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        "InferenceSpecification": { 
                "Containers": [ 
                    { 
                        "Image": image_uri, 
                        "ModelDataUrl": model_url, 
                        "Framework": framework.upper(),  
                        "FrameworkVersion": framework_version, 
                        "NearestModelName": nearest_model_name, 
                        "ModelInput": {"DataInputConfig": 
 data_input_configuration} 
                    } 
                    ], 
                "SupportedContentTypes": [input_content_type] 
        } 
    }

b. Crear un paquete de modelo

Utilice la API CreateModelPackage para crear un paquete de modelos. Pase el 
diccionario de entrada definido en el paso anterior:

model_package_response = 
 sagemaker_client.create_model_package(**model_package_input_dict)

Necesita el ARN del paquete modelo para utilizar Amazon SageMaker Inference 
Recommender. Tenga en cuenta el ARN del paquete del modelo o almacénelo en una 
variable:

model_package_arn = model_package_response["ModelPackageArn"]

print('ModelPackage Version ARN : {}'.format(model_package_arn))

9. Opción 2: Crear un modelo y configurar el campo ContainerConfig

Utilice esta opción si desea iniciar un trabajo de recomendaciones de inferencia y no necesita 
registrar su modelo en el registro de modelos. En los siguientes pasos, creará un modelo 
SageMaker y configurará el ContainerConfig campo como entrada para el trabajo de 
recomendaciones.

a. Crear un modelo
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Cree un modelo con la API CreateModel. Para ver un ejemplo que utiliza este método al 
implementar un modelo en SageMaker Hosting, consulte Create a Model (AWS SDK for 
Python (Boto3)).

En un paso anterior, descargamos un modelo ResNet 18 previamente entrenado y lo 
almacenamos en un bucket de Amazon S3 en un directorio llamadomodels. Recuperamos 
una imagen de inferencia de Deep Learning Container PyTorch (versión 1.7.1) y 
almacenamos el URI en una variable llamada. image_uri Usamos esas variables en el 
siguiente ejemplo de código, donde definimos un diccionario que se usa como entrada a la 
API CreateModel.

model_name = '<name_of_the_model>'
# Role to give SageMaker permission to access AWS services.
sagemaker_role= "arn:aws:iam::<region>:<account>:role/*"

# Provide the Amazon S3 URI of your compressed tarfile
# so that Model Registry knows where to find your model artifacts
bucket_prefix='models'
bucket = '<your-bucket-name>' # Provide the name of your S3 bucket
model_s3_key = f"{bucket_prefix}/test.tar.gz"
model_url= f"s3://{bucket}/{model_s3_key}"

#Create model
create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role,  
    PrimaryContainer = { 
        'Image': image_uri, 
        'ModelDataUrl': model_url, 
    })

b. Configure el campo ContainerConfig

A continuación, debe configurar el ContainerConfigcampo con el modelo que acaba de 
crear y especificar en él los siguientes parámetros:

• Domain: el dominio de machine learning del modelo y sus componentes, como la visión 
artificial o el procesamiento del lenguaje natural.

Requisitos previos 4178

https://docs.aws.amazon.com/sagemaker/latest/dg/realtime-endpoints-deployment.html#realtime-endpoints-deployment-create-model
https://docs.aws.amazon.com/sagemaker/latest/dg/realtime-endpoints-deployment.html#realtime-endpoints-deployment-create-model
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html#sagemaker-CreateModel-request-ModelName
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_RecommendationJobInputConfig.html#sagemaker-Type-RecommendationJobInputConfig-ContainerConfig


Amazon SageMaker Guía para desarrolladores

• Task: la tarea de machine learning que realiza el modelo, como la clasificación de 
imágenes o la detección de objetos.

• PayloadConfig: la configuración de la carga útil de un trabajo 
recomendado. Para obtener más información acerca de los campos, consulte
RecommendationJobPayloadConfig.

• Framework: El marco de aprendizaje automático de la imagen del contenedor, como 
PyTorch.

• FrameworkVersion: la versión del marco de la imagen del contenedor.

• (Opcional) SupportedInstanceTypes: una lista de los tipos de instancias que se 
utilizan para generar inferencias en tiempo real.

Si utiliza el parámetro SupportedInstanceTypes, el Recomendador de inferencias limita 
el espacio de búsqueda para los tipos de instancias durante un trabajo Default. Use este 
parámetro si tiene limitaciones presupuestarias o si sabe que hay un conjunto específico de 
tipos de instancias compatibles con su imagen de modelo y contenedor.

En el siguiente ejemplo de código, utilizamos los parámetros previamente definidos junto 
con NearestModelName, para definir un diccionario que se utiliza como entrada en la API
CreateInferenceRecommendationsJob.

## Uncomment if you did not store the domain and task in a previous step
#ml_domain = 'COMPUTER_VISION'
#ml_task = 'IMAGE_CLASSIFICATION'

## Uncomment if you did not store the framework and framework version in a 
 previous step
#framework = 'PYTORCH'
#framework_version = '1.7.1'

# The name of the ML model as standardized by common model zoos
nearest_model_name = 'resnet18'

# The supported MIME types for input and output data. In this example,  
# we are using images as input
input_content_type='image/jpeg'

# Optional: Used for optimizing your model using SageMaker Neo
# PyTorch uses NCHW format for images
data_input_configuration = "[[1,3,256,256]]"
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# Create a dictionary to use as input for creating an inference recommendation 
 job
container_config = { 
        "Domain": ml_domain, 
        "Framework": framework.upper(),  
        "FrameworkVersion": framework_version, 
        "NearestModelName": nearest_model_name, 
        "PayloadConfig": {  
            "SamplePayloadUrl": sample_payload_url, 
            "SupportedContentTypes": [ input_content_type ] 
         }, 
        "DataInputConfig": data_input_configuration 
        "Task": ml_task, 
        }

Trabajos de recomendación

Amazon SageMaker Inference Recommender puede realizar dos tipos de recomendaciones:

1. Las recomendaciones de inferencia (tipo de trabajo Default) ejecutan un conjunto de pruebas 
de carga en los tipos de instancias recomendados. También puede realizar una prueba de carga 
para un punto de conexión sin servidor. Solo necesita proporcionar un paquete modelo de nombre 
de recurso de Amazon (ARN) para lanzar este tipo de trabajo de recomendación. Los trabajos de 
recomendación de inferencia se completan en 45 minutos.

2. Las recomendaciones de puntos de conexión (tipo de trabajo Advanced) se basan en una prueba 
de carga personalizada en la que se seleccionan las instancias de ML deseadas o un punto de 
conexión sin servidor, se proporciona un patrón de tráfico personalizado y se especifican los 
requisitos de latencia y rendimiento en función de los requisitos de producción. Este trabajo tarda 
una media de 2 horas en completarse, en función de la duración del trabajo establecida y del 
número total de configuraciones de inferencia probadas.

Ambos tipos de recomendaciones utilizan las mismas API para crear, describir y detener trabajos. 
El resultado es una lista de recomendaciones de configuración de instancias con variables de 
entorno, costes, rendimiento y métricas de latencia asociadas. Los trabajos de recomendación 
también proporcionan un número inicial de instancias que puede usar para configurar una política 
de escalado automático. Para diferenciar entre los dos tipos de trabajos, cuando cree un trabajo 
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mediante la SageMaker consola o las API, especifique si desea Default crear recomendaciones 
preliminares de puntos de conexión y recomendaciones Advanced de puntos finales personalizadas.

Note

No necesita realizar ambos tipos de trabajos de recomendación en su propio flujo de trabajo. 
Puede hacer cualquiera de las dos cosas de forma independiente.

El Recomendador de inferencias también puede proporcionarle una lista de posibles instancias o 
los cinco tipos de instancias principales optimizados en términos de costes, rendimiento y latencia 
para la implementación del modelo, junto con una puntuación de confianza. Puede elegir estas 
instancias al implementar su modelo. El Recomendador de inferencias realiza automáticamente una 
evaluación comparativa con su modelo para que usted pueda proporcionar las posibles instancias. 
Como se trata de recomendaciones preliminares, le recomendamos que ejecute más trabajos de 
recomendación de instancias para obtener resultados más precisos. Para ver los posibles casos, 
vaya a la página de detalles de su SageMaker modelo. Para obtener más información, consulte
Obtener posibles instancias instantáneas.

Temas

• Obtener posibles instancias instantáneas

• Obtener una recomendación de inferencia

• Obtener una recomendación de inferencia para un punto de conexión existente

• Obtener recomendaciones compiladas con Neo

• Interpretar los resultados de recomendaciones

• Obtener recomendaciones de políticas de escalado automático

• Ejecutar una prueba de carga personalizada

• Solucionar los errores del Recomendador de inferencias

Obtener posibles instancias instantáneas

Inference Recommender también puede proporcionarle una lista de posibles instancias, o tipos de 
instancias que podrían ser adecuados para su modelo, en la página de detalles de su SageMaker 
modelo. El Recomendador de inferencias realiza automáticamente una evaluación comparativa 
preliminar con su modelo para proporcionarle las cinco instancias más probables. Como se trata de 
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recomendaciones preliminares, le recomendamos que ejecute más trabajos de recomendación de 
instancias para obtener resultados más precisos.

Puede ver una lista de posibles instancias para su modelo mediante programación mediante la
DescribeModelAPI, el SDK de SageMaker Python o la SageMaker consola.

Note

No obtendrás instancias potenciales para los modelos que creaste SageMaker antes de que 
esta función estuviera disponible.

Para ver las posibles instancias del modelo a través de la consola, haga lo siguiente:

1. Vaya a la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Inferencia y a continuación elija Modelos.

3. En la lista de modelos, elija su modelo.

En la página de detalles de su modelo, vaya a la sección Instancias prospectivas para implementar el 
modelo. En la siguiente captura de pantalla se muestra esta sección.

En esta sección, puede ver las posibles instancias optimizadas en cuanto a coste, rendimiento 
y latencia para la implementación del modelo, junto con información adicional para cada tipo de 
instancia, como el tamaño de la memoria, el número de CPU y GPU y el coste por hora.
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Si decide comparar una carga útil de muestra y ejecutar un trabajo de recomendación de inferencia 
completo para su modelo, puede iniciar un trabajo de recomendación de inferencia predeterminado 
desde esta página. Para iniciar un trabajo predeterminado a través de la consola, haga lo siguiente:

1. En la página de detalles del modelo, en la sección Prospective instances to deploy model 
(Instancias prospectivas para implementar el modelo), elija Run Inference recommender job 
(Ejecutar el trabajo de recomendación de inferencias).

2. En el cuadro de diálogo que aparece, para bucket S3 para la carga útil de evaluación 
comparativa, introduzca la ubicación de Amazon S3 en la que ha almacenado una carga útil de 
muestra para su modelo.

3. Para Payload content type (Tipo de contenido de carga útil), introduzca los tipos MIME de los 
datos de carga útil.

4. (Opcional) En la sección Compilación de modelos con SageMaker Neo, para la configuración de 
entrada de datos, introduzca una forma de datos en formato de diccionario.

5. Elija Run job (Ejecutar trabajo).

El Recomendador de inferencias inicia el trabajo y puede ver el trabajo y sus resultados en la página 
de lista de recomendadores de inferencias de la consola. SageMaker

Si desea ejecutar un trabajo avanzado y realizar pruebas de carga personalizadas, o si desea 
configurar ajustes y parámetros adicionales para su trabajo, consulte Ejecutar una prueba de carga 
personalizada.

Obtener una recomendación de inferencia

Los trabajos de recomendación de inferencias ejecutan un conjunto de pruebas de carga en los tipos 
de instancias recomendados o en un punto de conexión sin servidor. Los trabajos de recomendación 
de inferencia utilizan métricas de rendimiento que se basan en pruebas de carga que utilizan los 
datos de muestra que proporcionaste durante el registro de la versión del modelo.

Note

Antes de crear un trabajo de recomendación de Recomendador de inferencias, asegúrese de 
haber cumplido con los Requisitos previos.
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A continuación, se muestra cómo utilizar Amazon SageMaker Inference Recommender para crear 
una recomendación de inferencia basada en el tipo de modelo medianteAWS SDK for Python 
(Boto3), AWS CLI y Amazon SageMaker Studio Classic y la consola SageMaker

Crear una recomendación de inferencia

Cree una recomendación de inferencia mediante programación mediante la AWS SDK for Python 
(Boto3) o la consolaAWS CLI, o de forma interactiva con Studio Classic o la consola. SageMaker 
Especifique un nombre de trabajo para su recomendación de inferencia, un ARN de rol de IAM de 
AWS, una configuración de entrada y un ARN del paquete de modelos cuando registró el modelo en 
el registro del modelo, o el nombre del modelo y un diccionario ContainerConfig de cuando creó 
el modelo en la sección Requisitos previos.

AWS SDK for Python (Boto3)

Utilice la API CreateInferenceRecommendationsJob para iniciar un trabajo de 
recomendación de inferencias. Defina el campo JobType como 'Default' para los trabajos de 
recomendación de inferencias. Además, facilite lo siguiente:

• Nombre de recurso de Amazon (ARN) de un rol de IAM que habilita el Recomendador de 
inferencias para realizar tareas en su nombre. Defina esto para el campo RoleArn.

• Un RN de paquete de modelos o nombre de modelo. El Recomendador de inferencias admite 
un ARN de paquetes de modelos o un nombre de modelo como entrada. Especifique uno de 
los siguientes valores:

• El ARN del paquete de modelos versionados que creó al registrar su modelo en el registro de 
modelos. Defina esto para ModelPackageVersionArn en el campo InputConfig.

• El nombre del modelo que creó. Defina esto para ModelName en el campo InputConfig. 
Además, proporcione el diccionario ContainerConfig, que incluye los campos 
obligatorios que deben proporcionarse con el nombre del modelo. Defina esto para
ContainerConfig en el campo InputConfig. En ContainerConfig, también 
puede especificar opcionalmente el campo SupportedEndpointType como RealTime
oServerless. Si especifica este campo, el Recomendador de inferencias devolverá 
recomendaciones únicamente para ese tipo de punto de conexión. Si no especifica este 
campo, el Recomendador de inferencias devuelve recomendaciones para ambos tipos de 
puntos de conexión.

• Un nombre para su trabajo de recomendación del Recomendador de inferencias para el campo
JobName. El nombre del trabajo de Recomendador de Inferencias debe ser único en la región 
de AWS y en su cuenta de AWS.
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Importe el AWS SDK for Python (Boto3) paquete y cree un objeto de SageMaker cliente utilizando 
la clase de cliente. Si ha seguido los pasos de la sección Requisitos previos, especifique solo uno 
de los siguientes:

• Opción 1: si desea crear un trabajo de recomendaciones de inferencia con un ARN de paquete 
de modelos, almacene el ARN del grupo de paquetes de modelos en una variable denominada
model_package_arn.

• Opción 2: si desea crear un trabajo de recomendaciones de inferencia con un nombre 
de modelo y ContainerConfig, almacene el nombre del modelo en una variable 
denominada model_name y el ContainerConfig diccionario en una variable denominada
container_config.

# Create a low-level SageMaker service client.
import boto3
aws_region = '<INSERT>'
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)  

# Provide only one of model package ARN or model name, not both.
# Provide your model package ARN that was created when you registered your  
# model with Model Registry  
model_package_arn = '<INSERT>'
## Uncomment if you would like to create an inference recommendations job with a
## model name instead of a model package ARN, and comment out model_package_arn 
 above
## Provide your model name
# model_name = '<INSERT>'
## Provide your container config  
# container_config = '<INSERT>'

# Provide a unique job name for SageMaker Inference Recommender job
job_name = '<INSERT>'

# Inference Recommender job type. Set to Default to get an initial recommendation
job_type = 'Default'

# Provide an IAM Role that gives SageMaker Inference Recommender permission to  
# access AWS services
role_arn = 'arn:aws:iam::<account>:role/*'

sagemaker_client.create_inference_recommendations_job( 
    JobName = job_name, 
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    JobType = job_type, 
    RoleArn = role_arn, 
    # Provide only one of model package ARN or model name, not both.  
    # If you would like to create an inference recommendations job with a model 
 name, 
    # uncomment ModelName and ContainerConfig, and comment out 
 ModelPackageVersionArn. 
    InputConfig = { 
        'ModelPackageVersionArn': model_package_arn 
        # 'ModelName': model_name, 
        # 'ContainerConfig': container_config 
    }
)

Consulta la Guía de referencia de las SageMaker API de Amazon para obtener una 
lista completa de los argumentos opcionales y obligatorios a los que puedes pasárselos
CreateInferenceRecommendationsJob.

AWS CLI

Utilice la API create-inference-recommendations-job para iniciar un trabajo de 
recomendación de inferencias. Defina el campo job-type como 'Default' para los trabajos 
de recomendación de inferencias. Además, facilite lo siguiente:

• El nombre de recurso de Amazon (ARN) de un rol de IAM que permite a Amazon SageMaker 
Inference Recommender realizar tareas en su nombre. Defina esto para el campo role-arn.

• Un RN de paquete de modelos o nombre de modelo. El Recomendador de inferencias admite 
un ARN de paquetes de modelos o un nombre de modelo como entrada. Especifique uno de 
los siguientes valores:

• El ARN del paquete de modelos versionados que creó al registrar su modelo en el registro de 
modelos. Defina esto para ModelPackageVersionArn en el campo input-config.

• El nombre del modelo que creó. Defina esto para ModelName en el campo input-
config. Además, proporcione el diccionario ContainerConfig que incluye los campos 
obligatorios que deben proporcionarse con el nombre del modelo. Defina esto para
ContainerConfig en el campo input-config. En ContainerConfig, también 
puede especificar opcionalmente el campo SupportedEndpointType como RealTime
oServerless. Si especifica este campo, el Recomendador de inferencias devolverá 
recomendaciones únicamente para ese tipo de punto de conexión. Si no especifica este 
campo, el Recomendador de inferencias devuelve recomendaciones para ambos tipos de 
puntos de conexión.
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• Un nombre para su trabajo de recomendación del Recomendador de inferencias para el campo
job-name. El nombre del trabajo de Recomendador de Inferencias debe ser único en la región 
de AWS y en su cuenta de AWS.

Para crear trabajos de recomendación de inferencia con un ARN de paquete de modelos, utilice 
el siguiente ejemplo:

aws sagemaker create-inference-recommendations-job  
    --region <region>\ 
    --job-name <job_name>\ 
    --job-type Default\ 
    --role-arn arn:aws:iam::<account:role/*>\ 
    --input-config "{ 
        \"ModelPackageVersionArn\": \"arn:aws:sagemaker:<region:account:role/*>\", 
        }"

Para crear un trabajo de recomendación de inferencia con un nombre de modelo 
y ContainerConfig, utilice el siguiente ejemplo. El ejemplo usa el campo
SupportedEndpointType para especificar que solo queremos devolver recomendaciones de 
inferencia en tiempo real:

aws sagemaker create-inference-recommendations-job  
    --region <region>\ 
    --job-name <job_name>\ 
    --job-type Default\ 
    --role-arn arn:aws:iam::<account:role/*>\ 
    --input-config "{ 
        \"ModelName\": \"model-name\", 
        \"ContainerConfig\" : { 
                \"Domain\": \"COMPUTER_VISION\", 
                \"Framework\": \"PYTORCH\", 
                \"FrameworkVersion\": \"1.7.1\", 
                \"NearestModelName\": \"resnet18\", 
                \"PayloadConfig\":  
                    { 
                        \"SamplePayloadUrl\": \"s3://{bucket}/{payload_s3_key}\",  
                        \"SupportedContentTypes\": [\"image/jpeg\"] 
                    }, 
                \"SupportedEndpointType\": \"RealTime\", 
                \"DataInputConfig\": \"[[1,3,256,256]]\", 
                \"Task\": \"IMAGE_CLASSIFICATION\", 
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            }, 
        }"

Amazon SageMaker Studio Classic

Cree un trabajo de recomendación de inferencias en Studio Classic.

1. En la aplicación Studio Classic, elija el icono de inicio 

( ).

2. En la barra lateral izquierda de Studio Classic, selecciona Modelos.

3. Seleccione Model Registry (Registro de modelos) en la lista desplegable para ver los 
modelos que ha registrado en el registro de modelos.

El panel izquierdo muestra una lista de grupos de modelos. La lista incluye todos los grupos 
de modelos registrados en el registro de modelos de su cuenta, incluidos los modelos 
registrados fuera de Studio Classic.

4. Seleccione el nombre del grupo de modelos. Al seleccionar el grupo de modelos, el panel 
derecho de Studio Classic muestra los encabezados de las columnas, como Versiones y
Configuración.

Si tiene uno o más paquetes de modelos en su grupo de modelos, verá una lista de esos 
paquetes de modelos en la columna Versions (Versiones).

5. Elija la columna Recomendador de inferencias.

6. Elija un rol de IAM que conceda a Recomendador de inferencias permiso para acceder a los 
servicios de AWS. Para ello, puede crear un rol y asociar la política administrada por IAM de
AmazonSageMakerFullAccess para lograrlo. O bien, puede dejar que Studio Classic cree 
un rol para usted.

7. Elija Obtener recomendaciones.

La recomendación de inferencia puede tardar hasta 45 minutos.

Warning

No cierre esta pestaña. Si cierra esta pestaña, se cancela el trabajo de 
recomendación de instancias.
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SageMaker console

Cree un trabajo de recomendación de instancias a través de la SageMaker consola de la 
siguiente manera:

1. Ve a la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación de la izquierda, elija Inference (Interferencia) y, a continuación, 
elija Interference recommender (Reomendador de inferencia.

3. En la página Trabajos de recomendador de inferencias, elija Crear trabajo.

4. Para Step 1: Model configuration (Paso 1: Configuración del modelo), haga lo siguiente:

a. En Job Type (Tipo de trabajo), seleccione Default recommender job (Trabajo de 
recomendador predeterminado).

b. Si utiliza un modelo registrado en el registro de SageMaker modelos, active la opción 
Elegir un modelo del registro de modelos y haga lo siguiente:

i. En la lista desplegable Grupo de modelos, elija el grupo de modelos en el registro 
de SageMaker modelos donde se encuentra su modelo.

ii. En la lista desplegable de Model version (versión del modelo), elija la versión que 
desee del modelo.

c. Si está utilizando un modelo que ha creado SageMaker, desactive la opción Elegir un 
modelo del registro de modelos y haga lo siguiente:

• En el campo Nombre del modelo, introduce el nombre de tu SageMaker modelo.

d. En la lista desplegable IAM role (Rol de IAM), puede seleccionar un rol de IAM de AWS 
existente que tenga los permisos necesarios para crear un trabajo de recomendación de 
instancias. Como alternativa, si no tiene un rol existente, puede elegir Crear un nuevo 
rol para abrir la ventana emergente de creación del rol y SageMaker añadir los permisos 
necesarios al nuevo rol que cree.

e. Para Bucket S3 para la evaluación comparativa de la carga útil, introduzca la ruta de 
Amazon S3 al archivo de carga útil de muestra, que debe contener los archivos de carga 
útil de muestra que el Recomendador de inferencias utiliza para comparar su modelo en 
diferentes tipos de instancias.

f. Para Payload content type (Tipo de contenido de carga útil), introduzca los tipos MIME 
de los datos de carga útil de muestra.
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g. (Opcional) Si has desactivado la opción Elegir un modelo del registro de modelos y 
has especificado un SageMaker modelo, en la configuración del contenedor, haz lo 
siguiente:

i. En la lista desplegable Domain (Dominio), seleccione el dominio de machine 
learning del modelo, como visión artificial, procesamiento del lenguaje natural o 
machine learning.

ii. En la lista desplegable Framework, selecciona el framework de tu contenedor, por 
ejemplo, TensorFlow o XGBoost.

iii. Para Framework version (Versión de marco), introduzca la versión de marco de la 
image de contenedor.

iv. En la lista desplegable Nearest model name (Nombre del modelo más cercano), 
seleccione el modelo previamente entrenado que más se parezca al suyo.

v. En la lista desplegable Task (Tarea), seleccione la tarea de machine learning que 
realiza el modelo, como la clasificación de imágenes o la regresión.

h. (Opcional) Para la compilación de modelos con SageMaker Neo, puede configurar el 
trabajo de recomendación para un modelo que haya compilado con Neo. SageMaker 
Para Data input configuration (Configuración de la entrada de datos), introduzca la 
forma de datos de entrada correcta para el modelo en un formato similar a {'input':
[1,1024,1024,3]}.

i. Elija Siguiente.

5. Para Step 2: Instances and environment parameters (Paso 2: Instancias y parámetros del 
entorno), haga lo siguiente:

a. (Opcional) Para Select instances for benchmarking (Seleccionar instancias para la 
evaluación comparativa), puede seleccionar hasta 8 tipos de instancias que desee 
comparar. Si no selecciona ninguna instancia, el Recomendador de inferencias 
considerará todos los tipos de instancias.

b. Elija Siguiente.

6. En Step 3: Job parameters (Paso 3: Parámetros de trabajo), haga lo siguiente:

a. (Opcional) Pâra el campo Job name (Nombre del trabajo), introduzca un nombre para su 
trabajo de recomendación de instancia. Al crear el trabajo, SageMaker añade una marca 
de tiempo al final de este nombre.
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b. (Opcional) âra el campo Job description (Descripción de trabajo), introduzca una 
descripción para el trabajo.

c. (Opcional) Para la lista desplegable Encryption key (Clave de cifrado), elija una clave de 
AWS KMS por su nombre o introduzca su ARN para cifrar los datos.

d. (Opcional) Para Max test duration (s) (Duración máxima (s) de prueba), introduzca el 
número máximo de segundos durante los que quiere que se realice cada prueba.

e. (Opcional) Para Max invocations per minute (Máximo de invocaciones por minuto), 
introduzva el número máximo de solicitudes por minuto al que puede llegar el punto 
de conexión antes de detener el trabajo de recomendación. Tras alcanzar este límite, 
SageMaker finaliza el trabajo.

f. (Opcional) Para P99 Model latency threshold (ms) (Umbral de latencia del modelo P99 
(ms)), introduzca el percentil de latencia del modelo en milisegundos.

g. Elija Siguiente.

7. Para Step 4: Review job (Paso 4: Revisar trabajo), revise las configuraciones y, a 
continuación, seleccione Submit (Enviar).

Obtener resultados de trabajo de recomendación de inferencia

Recopile los resultados de su trabajo de recomendación de inferencias mediante programación con 
AWS SDK for Python (Boto3) Studio Classic o la AWS CLI consola. SageMaker

AWS SDK for Python (Boto3)

Una vez completada la recomendación de inferencia, puede utilizar
DescribeInferenceRecommendationsJob para obtener los detalles y las recomendaciones 
del trabajo. Proporcione el nombre del trabajo que utilizó al crear el trabajo de recomendación de 
inferencia.

job_name='<INSERT>'
response = sagemaker_client.describe_inference_recommendations_job( 
                    JobName=job_name)

Imprima el objeto de respuesta. El ejemplo de código anterior almacenaba la respuesta en un 
nombre de variable response.

print(response['Status'])
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Este ejemplo devuelve una respuesta de JSON similar a la siguiente: Tenga en cuenta que este 
ejemplo muestra los tipos de instancias recomendados para la inferencia en tiempo real (para 
ver un ejemplo que muestra recomendaciones de inferencia sin servidor, consulte el ejemplo 
siguiente).

{ 
    'JobName': 'job-name',  
    'JobDescription': 'job-description',  
    'JobType': 'Default',  
    'JobArn': 'arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id',  
    'Status': 'COMPLETED',  
    'CreationTime': datetime.datetime(2021, 10, 26, 20, 4, 57, 627000, 
 tzinfo=tzlocal()),  
    'LastModifiedTime': datetime.datetime(2021, 10, 26, 20, 25, 1, 997000, 
 tzinfo=tzlocal()),  
    'InputConfig': { 
                'ModelPackageVersionArn': 'arn:aws:sagemaker:region:account-
id:model-package/resource-id',  
                'JobDurationInSeconds': 0 
                },  
    'InferenceRecommendations': [{ 
            'Metrics': { 
                'CostPerHour': 0.20399999618530273,  
                'CostPerInference': 5.246913588052848e-06,  
                'MaximumInvocations': 648,  
                'ModelLatency': 263596 
                },  
            'EndpointConfiguration': { 
                'EndpointName': 'endpoint-name',  
                'VariantName': 'variant-name',  
                'InstanceType': 'ml.c5.xlarge',  
                'InitialInstanceCount': 1 
                },  
            'ModelConfiguration': { 
                'Compiled': False,  
                'EnvironmentParameters': [] 
                } 
         },  
         { 
            'Metrics': { 
                'CostPerHour': 0.11500000208616257,  
                'CostPerInference': 2.92620870823157e-06,  
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                'MaximumInvocations': 655,  
                'ModelLatency': 826019 
                },  
            'EndpointConfiguration': { 
                'EndpointName': 'endpoint-name',  
                'VariantName': 'variant-name',  
                'InstanceType': 'ml.c5d.large',  
                'InitialInstanceCount': 1 
                },  
            'ModelConfiguration': { 
                'Compiled': False,  
                'EnvironmentParameters': [] 
                } 
            },  
            { 
                'Metrics': { 
                    'CostPerHour': 0.11500000208616257,  
                    'CostPerInference': 3.3625731248321244e-06,  
                    'MaximumInvocations': 570,  
                    'ModelLatency': 1085446 
                    },  
                'EndpointConfiguration': { 
                    'EndpointName': 'endpoint-name',  
                    'VariantName': 'variant-name',  
                    'InstanceType': 'ml.m5.large',  
                    'InitialInstanceCount': 1 
                    },  
                'ModelConfiguration': { 
                    'Compiled': False,  
                    'EnvironmentParameters': [] 
                    } 
            }],  
    'ResponseMetadata': { 
        'RequestId': 'request-id',  
        'HTTPStatusCode': 200,  
        'HTTPHeaders': { 
            'x-amzn-requestid': 'x-amzn-requestid',  
            'content-type': 'content-type',  
            'content-length': '1685',  
            'date': 'Tue, 26 Oct 2021 20:31:10 GMT' 
            },  
        'RetryAttempts': 0 
        }
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}

Las primeras líneas proporcionan información sobre el trabajo de recomendación de inferencia en 
sí. Esto incluye el nombre del trabajo, el ARN del rol y los tiempos de creación y eliminación.

El diccionario InferenceRecommendations contiene una lista de recomendaciones de 
inferencias del Recomendador de Inferencias.

El diccionario anidado EndpointConfiguration contiene la recomendación del tipo de 
instancia (InstanceType) junto con el punto de conexión y el nombre de la variante (un modelo 
de machine learning de AWS implementado) que se utilizó durante el trabajo de recomendación. 
Puedes usar el punto de enlace y el nombre de la variante para monitorizar en Amazon 
CloudWatch Events. Para obtener más información, consulte Supervisa Amazon SageMaker con 
Amazon CloudWatch.

El diccionario Metrics anidado contiene información sobre el coste estimado por hora 
(CostPerHour) de su terminal en tiempo real en dólares estadounidenses, el coste estimado 
por inferencia (CostPerInference) en dólares estadounidenses para su punto final en tiempo 
real, el número máximo esperado de InvokeEndpoint solicitudes por minuto enviadas al 
punto final (MaxInvocations) y la latencia del modelo (ModelLatency), que es el intervalo de 
tiempo (en microsegundos) que el modelo tardó en responder. SageMaker La latencia del modelo 
incluye el tiempo de comunicación local empleado en el envío de la solicitud y la recuperación 
de la respuesta del contenedor de un modelo, así como el tiempo que se tarda en completar la 
inferencia en el contenedor.

El siguiente ejemplo muestra la parte InferenceRecommendations de la respuesta de un 
trabajo de recomendaciones de inferencia configurado para devolver recomendaciones de 
inferencia sin servidor:

"InferenceRecommendations": [  
      {  
         "EndpointConfiguration": {  
            "EndpointName": "value", 
            "InitialInstanceCount": value, 
            "InstanceType": "value", 
            "VariantName": "value", 
            "ServerlessConfig": { 
                "MaxConcurrency": value, 
                "MemorySizeInMb": value
            } 
         }, 
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         "InvocationEndTime": value, 
         "InvocationStartTime": value, 
         "Metrics": {  
            "CostPerHour": value, 
            "CostPerInference": value, 
            "CpuUtilization": value, 
            "MaxInvocations": value, 
            "MemoryUtilization": value, 
            "ModelLatency": value, 
            "ModelSetupTime": value
         }, 
         "ModelConfiguration": {  
            "Compiled": "False", 
            "EnvironmentParameters": [], 
            "InferenceSpecificationName": "value" 
         }, 
         "RecommendationId": "value" 
      } 
   ]

Puede interpretar las recomendaciones para la inferencia sin servidor de forma similar a los 
resultados para la inferencia en tiempo real, con la excepción de ServerlessConfig, que 
indica las métricas devueltas para un punto de conexión sin servidor, con MemorySizeInMB
proporcionado y cuando MaxConcurrency = 1. Para aumentar el rendimiento posible 
en el punto de conexión, aumente el valor de MaxConcurrency linealmente. Por ejemplo, 
si la recomendación de inferencia muestra MaxInvocations como 1000, aumentar
MaxConcurrency a 2 admitiría 2000 MaxInvocations. Tenga en cuenta que esto solo es 
cierto hasta cierto punto, que puede variar según el modelo y el código. Las recomendaciones sin 
servidor también miden la métrica ModelSetupTime, que mide (en microsegundos) el tiempo 
que se tarda en lanzar los recursos informáticos en un punto de conexión sin servidor. Para 
obtener más información sobre la configuración de los puntos de conexión sin servidor, consulte 
la documentación de Inferencia sin servidor.

AWS CLI

Una vez completada la recomendación de inferencia, puede utilizar describe-inference-
recommendations-job para obtener los detalles del trabajo y los tipos de instancias 
recomendados. Proporcione el nombre del trabajo que utilizó al crear el trabajo de 
recomendación de inferencia.

aws sagemaker describe-inference-recommendations-job\ 
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    --job-name <job-name>\ 
    --region <aws-region>

La respuesta de JSON debe ser similar a la del siguiente ejemplo: Tenga en cuenta que este 
ejemplo muestra los tipos de instancias recomendados para la inferencia en tiempo real (para 
ver un ejemplo que muestra recomendaciones de inferencia sin servidor, consulte el ejemplo 
siguiente).

{ 
    'JobName': 'job-name',  
    'JobDescription': 'job-description',  
    'JobType': 'Default',  
    'JobArn': 'arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id',  
    'Status': 'COMPLETED',  
    'CreationTime': datetime.datetime(2021, 10, 26, 20, 4, 57, 627000, 
 tzinfo=tzlocal()),  
    'LastModifiedTime': datetime.datetime(2021, 10, 26, 20, 25, 1, 997000, 
 tzinfo=tzlocal()),  
    'InputConfig': { 
                'ModelPackageVersionArn': 'arn:aws:sagemaker:region:account-
id:model-package/resource-id',  
                'JobDurationInSeconds': 0 
                },  
    'InferenceRecommendations': [{ 
            'Metrics': { 
                'CostPerHour': 0.20399999618530273,  
                'CostPerInference': 5.246913588052848e-06,  
                'MaximumInvocations': 648,  
                'ModelLatency': 263596 
                },  
            'EndpointConfiguration': { 
                'EndpointName': 'endpoint-name',  
                'VariantName': 'variant-name',  
                'InstanceType': 'ml.c5.xlarge',  
                'InitialInstanceCount': 1 
                },  
            'ModelConfiguration': { 
                'Compiled': False,  
                'EnvironmentParameters': [] 
                } 
         },  
         { 
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            'Metrics': { 
                'CostPerHour': 0.11500000208616257,  
                'CostPerInference': 2.92620870823157e-06,  
                'MaximumInvocations': 655,  
                'ModelLatency': 826019 
                },  
            'EndpointConfiguration': { 
                'EndpointName': 'endpoint-name',  
                'VariantName': 'variant-name',  
                'InstanceType': 'ml.c5d.large',  
                'InitialInstanceCount': 1 
                },  
            'ModelConfiguration': { 
                'Compiled': False,  
                'EnvironmentParameters': [] 
                } 
            },  
            { 
                'Metrics': { 
                    'CostPerHour': 0.11500000208616257,  
                    'CostPerInference': 3.3625731248321244e-06,  
                    'MaximumInvocations': 570,  
                    'ModelLatency': 1085446 
                    },  
                'EndpointConfiguration': { 
                    'EndpointName': 'endpoint-name',  
                    'VariantName': 'variant-name',  
                    'InstanceType': 'ml.m5.large',  
                    'InitialInstanceCount': 1 
                    },  
                'ModelConfiguration': { 
                    'Compiled': False,  
                    'EnvironmentParameters': [] 
                    } 
            }],  
    'ResponseMetadata': { 
        'RequestId': 'request-id',  
        'HTTPStatusCode': 200,  
        'HTTPHeaders': { 
            'x-amzn-requestid': 'x-amzn-requestid',  
            'content-type': 'content-type',  
            'content-length': '1685',  
            'date': 'Tue, 26 Oct 2021 20:31:10 GMT' 
            },  
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        'RetryAttempts': 0 
        }
}

Las primeras líneas proporcionan información sobre el trabajo de recomendación de inferencia en 
sí. Esto incluye el nombre del trabajo, el ARN del rol y la hora de creación y eliminación.

El diccionario InferenceRecommendations contiene una lista de recomendaciones de 
inferencias del Recomendador de Inferencias.

El diccionario anidado EndpointConfiguration contiene la recomendación del tipo de 
instancia (InstanceType) junto con el punto de conexión y el nombre de la variante (un modelo 
de machine learning de AWS implementado) que se utilizó durante el trabajo de recomendación. 
Puedes usar el punto de enlace y el nombre de la variante para monitorizar en Amazon 
CloudWatch Events. Para obtener más información, consulte Supervisa Amazon SageMaker con 
Amazon CloudWatch.

El diccionario Metrics anidado contiene información sobre el coste estimado por hora 
(CostPerHour) de su terminal en tiempo real en dólares estadounidenses, el coste estimado 
por inferencia (CostPerInference) en dólares estadounidenses para su punto final en tiempo 
real, el número máximo esperado de InvokeEndpoint solicitudes por minuto enviadas al 
punto final (MaxInvocations) y la latencia del modelo (ModelLatency), que es el intervalo de 
tiempo (en milisegundos) que el modelo tardó en responder. SageMaker La latencia del modelo 
incluye el tiempo de comunicación local empleado en el envío de la solicitud y la recuperación 
de la respuesta del contenedor de un modelo, así como el tiempo que se tarda en completar la 
inferencia en el contenedor.

El siguiente ejemplo muestra la parte InferenceRecommendations de la respuesta de un 
trabajo de recomendaciones de inferencia configurado para devolver recomendaciones de 
inferencia sin servidor:

"InferenceRecommendations": [  
      {  
         "EndpointConfiguration": {  
            "EndpointName": "value", 
            "InitialInstanceCount": value, 
            "InstanceType": "value", 
            "VariantName": "value", 
            "ServerlessConfig": { 
                "MaxConcurrency": value, 
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                "MemorySizeInMb": value
            } 
         }, 
         "InvocationEndTime": value, 
         "InvocationStartTime": value, 
         "Metrics": {  
            "CostPerHour": value, 
            "CostPerInference": value, 
            "CpuUtilization": value, 
            "MaxInvocations": value, 
            "MemoryUtilization": value, 
            "ModelLatency": value, 
            "ModelSetupTime": value
         }, 
         "ModelConfiguration": {  
            "Compiled": "False", 
            "EnvironmentParameters": [], 
            "InferenceSpecificationName": "value" 
         }, 
         "RecommendationId": "value" 
      } 
   ]

Puede interpretar las recomendaciones para la inferencia sin servidor de forma similar a los 
resultados para la inferencia en tiempo real, con la excepción de ServerlessConfig, que 
indica las métricas devueltas para un punto de conexión sin servidor, con MemorySizeInMB
proporcionado y cuando MaxConcurrency = 1. Para aumentar el rendimiento posible 
en el punto de conexión, aumente el valor de MaxConcurrency linealmente. Por ejemplo, 
si la recomendación de inferencia muestra MaxInvocations como 1000, aumentar
MaxConcurrency a 2 admitiría 2000 MaxInvocations. Tenga en cuenta que esto solo es 
cierto hasta cierto punto, que puede variar según el modelo y el código. Las recomendaciones sin 
servidor también miden la métrica ModelSetupTime, que mide (en microsegundos) el tiempo 
que se tarda en lanzar los recursos informáticos en un punto de conexión sin servidor. Para 
obtener más información sobre la configuración de los puntos de conexión sin servidor, consulte 
la documentación de Inferencia sin servidor.

Amazon SageMaker Studio Classic

Las recomendaciones de inferencia se rellenan en una nueva pestaña de recomendaciones de 
inferencia en Studio Classic. Los resultados pueden tardar hasta 45 minutos en aparecer. Esta 
pestaña contiene los encabezados de las columnas Results (Resultados) y Details (Detalles).
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La columna Details (Detalles) proporciona información sobre el trabajo de recomendación 
de inferencia, como el nombre de la recomendación de inferencia, cuándo se creó el trabajo 
(Creation time (Hora de creación)) y más. También proporciona información sobre Settings 
(Configuración), como el número máximo de invocaciones que se produjeron por minuto e 
información sobre los nombres de los recursos de Amazon utilizados.

La columna de resultados proporciona una ventana de objetivos y SageMakerrecomendaciones
de despliegue en la que puede ajustar el orden en que se muestran los resultados en función 
de la importancia de la implementación. Hay tres menús desplegables que puede utilizar para 
indicar el nivel de importancia: Cost (Coste), Latency (Latencia) y Throughput (Rendimiento)
para su caso de uso. Para cada objetivo (coste, latencia y rendimiento), puede establecer el nivel 
de importancia: Lowest Importance (Importancia mínima), Low Importance (Importancia baja),
Moderate importance (Importancia moderada), High importance (Importancia alta) o Highest 
importance (Importancia máxima).

En función de las selecciones de importancia para cada objetivo, Inference Recommender 
muestra su recomendación principal en el campo de SageMakerrecomendaciones de la derecha 
del panel, junto con el coste estimado por hora y la solicitud de inferencia. También proporciona 
información sobre la latencia esperada del modelo, el número máximo de invocaciones y el 
número de instancias. Para obtener recomendaciones sin servidor, puede ver los valores ideales 
para la simultaneidad máxima y el tamaño de memoria de los puntos de conexión.

Además de la recomendación principal que se muestra, también puede ver la misma información 
para todas las instancias que el Recomendador de inferencias probó en la sección Todas las 
ejecuciones.

SageMaker console

Puede ver sus trabajos de recomendación de instancias en la SageMaker consola de la siguiente 
manera:

1. Ve a la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación de la izquierda, elija Inference (Interferencia) y, a continuación, 
elija Interference recommender (Reomendador de inferencia.

3. En la página Trabajos de recomendador de inferencias, elija el nombre de su trabajo de 
recomendación de inferencias.

Trabajos de recomendación 4200

https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guía para desarrolladores

En la página de detalles de su trabajo, puede ver las recomendaciones de inferencia, que son los 
tipos de instancias recomendados para SageMaker su modelo, como se muestra en la siguiente 
captura de pantalla.

En esta sección, puede comparar los tipos de instancias en función de varios factores, como la
latencia del modelo, el coste por hora, el coste por inferencia y las invocaciones por minuto.

En esta página, también puede ver las configuraciones que especificó para su trabajo. En la 
sección Supervisar, puedes ver las CloudWatch métricas de Amazon que se registraron para 
cada tipo de instancia. Para obtener más información sobre la interpretación de estas métricas, 
consulte Interpretar los resultados.

Para obtener más información acerca de la interpretación de los resultados del trabajo de 
recomendación, consulte Interpretar los resultados de recomendaciones.

Detener la recomendación de inferencia

Es posible que desee detener un trabajo que se está ejecutando actualmente si lo inició por error o si 
ya no necesita ejecutarlo. Detenga los trabajos de recomendación de inferencias del Recomendador 
de inferencias mediante programación con la StopInferenceRecommendationsJob API o con 
Studio Classic.

AWS SDK for Python (Boto3)

Especifique el nombre del trabajo de recomendación de inferencia para el campo JobName:

sagemaker_client.stop_inference_recommendations_job( 
                                    JobName='<INSERT>'
                                    )
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AWS CLI

Especifique el nombre del trabajo de recomendación de inferencia para el indicador job-name:

aws sagemaker stop-inference-recommendations-job --job-name <job-name>

Amazon SageMaker Studio Classic

Cierre la pestaña en la que inició la recomendación de inferencia para detener la recomendación 
de inferencia del Recomendador de inferencias.

SageMaker console

Para detener tu trabajo de recomendación de instancias a través de la SageMaker consola, haz lo 
siguiente:

1. Ve a la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación de la izquierda, elija Inference (Interferencia) y, a continuación, 
elija Interference recommender (Reomendador de inferencia.

3. En la página Trabajos de recomendador de inferencias, seleccione el trabajo de 
recomendación de la instancia.

4. Elija Stop run (Parar trabajo).

5. En el cuadro de diálogo que aparece, elija Confirm (Confirmar).

Tras detener el trabajo, Status (Estado) del trabajo debería cambiar a Stopping (Parando).

Obtener una recomendación de inferencia para un punto de conexión existente

Los trabajos de recomendación de inferencias ejecutan un conjunto de pruebas de carga en los tipos 
de instancias recomendados y en un punto de conexión existente. Los trabajos de recomendación de 
inferencia utilizan métricas de rendimiento que se basan en pruebas de carga que utilizan los datos 
de muestra que proporcionaste durante el registro de la versión del modelo.

Puede comparar y obtener recomendaciones de inferencia para un punto final de SageMaker 
inferencia existente para ayudarlo a mejorar el rendimiento de su punto final. El procedimiento 
para obtener recomendaciones para un punto final de SageMaker inferencia existente es similar 
al procedimiento para obtener recomendaciones de inferencia sin un punto final. Hay varias 
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exclusiones de características que hay que tener en cuenta a la hora de realizar una evaluación 
comparativa de un punto de conexión existente:

• Solo puede utilizar un punto de conexión existente por cada trabajo de recomendación de 
inferencias.

• Solo puede tener una variante en su punto de conexión.

• No puede usar un punto de conexión que habilite el escalado automático.

• Esta funcionalidad solo es compatible con la inferencia en tiempo real.

• Esta funcionalidad no admite puntos de conexión multimodelo en tiempo real.

Warning

Se recomienda no ejecutar un trabajo de recomendación de inferencia en un punto de 
conexión de producción que gestione el tráfico en directo. La carga sintética durante la 
evaluación comparativa puede afectar al punto de conexión de producción y provocar una 
limitación o proporcionar resultados de referencia inexactos. Le recomendamos que utilice un 
punto de conexión que no sea de producción o de desarrollador para fines de comparación.

En las siguientes secciones se muestra cómo utilizar Amazon SageMaker Inference Recommender 
para crear una recomendación de inferencia para un punto final existente en función del tipo de 
modelo mediante el AWS SDK para Python (Boto3) y el. AWS CLI

Note

Antes de crear un trabajo de recomendación de Recomendador de inferencias, asegúrese de 
haber cumplido con los Requisitos previos.

Requisitos previos

Si aún no tiene un punto final de SageMaker inferencia, puede obtener una recomendación de 
inferencia sin un punto final o puede crear un punto final de inferencia en tiempo real siguiendo las 
instrucciones de Cree su punto final e implemente su modelo.
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Crear un trabajo de recomendación de inferencia para un punto de conexión existente

Cree una recomendación de inferencia mediante programación utilizando AWS SDK for Python 
(Boto3), o la AWS CLI. Especifique un nombre de trabajo para su recomendación de inferencia, 
el nombre de un punto final de SageMaker inferencia existente, un ARN de AWS rol de IAM, una 
configuración de entrada y el ARN del paquete de modelos desde el momento en que registró su 
modelo en el registro de modelos.

AWS SDK for Python (Boto3)

Utilice la API CreateInferenceRecommendationsJob para obtener una recomendación de 
inferencia. Defina el campo JobType como 'Default' para los trabajos de recomendación de 
inferencias. Además, facilite lo siguiente:

• Proporcione un nombre para su trabajo del Recomendador de inferencias para el campo
JobName. El nombre del trabajo de Recomendador de Inferencias debe ser único en la región 
de AWS y en su cuenta de AWS.

• Nombre de recurso de Amazon (ARN) de un rol de IAM que habilita el Recomendador de 
inferencias para realizar tareas en su nombre. Defina esto para el campo RoleArn.

• El ARN del paquete de modelos versionados que creó al registrar su modelo en el registro de 
modelos. Defina esto para ModelPackageVersionArn en el campo InputConfig.

• Indique el nombre de un punto final de SageMaker inferencia existente que desee comparar en 
el Recomendador de inferencias en el campo. Endpoints InputConfig

Importe el AWS SDK for Python (Boto3) paquete y cree un objeto de SageMaker cliente utilizando 
la clase de cliente. Si siguió los pasos de la sección Requisitos previos, el ARN del grupo de 
paquetes de modelos se almacenó en una variable denominada model_package_arn.

# Create a low-level SageMaker service client.
import boto3
aws_region = '<region>'
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)  

# Provide your model package ARN that was created when you registered your  
# model with Model Registry  
model_package_arn = '<model-package-arn>'

# Provide a unique job name for SageMaker Inference Recommender job
job_name = '<job-name>'
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# Inference Recommender job type. Set to Default to get an initial recommendation
job_type = 'Default'

# Provide an IAM Role that gives SageMaker Inference Recommender permission to  
# access AWS services
role_arn = '<arn:aws:iam::<account>:role/*>'
                                    
# Provide endpoint name for your endpoint that want to benchmark in Inference 
 Recommender
endpoint_name = '<existing-endpoint-name>'

sagemaker_client.create_inference_recommendations_job( 
    JobName = job_name, 
    JobType = job_type, 
    RoleArn = role_arn, 
    InputConfig = { 
        'ModelPackageVersionArn': model_package_arn, 
        'Endpoints': [{'EndpointName': endpoint_name}] 
    }
)

Consulta la Guía de referencia de las SageMaker API de Amazon para obtener una 
lista completa de los argumentos opcionales y obligatorios a los que puedes pasárselos
CreateInferenceRecommendationsJob.

AWS CLI

Utilice la API create-inference-recommendations-job para obtener una recomendación 
de punto de conexión de instancia. Defina el campo job-type en 'Default' para trabajos de 
recomendación de puntos de conexión de instancia. Además, facilite lo siguiente:

• Proporcione un nombre para su trabajo del Recomendador de inferencias para el campo job-
name. El nombre del trabajo de Recomendador de Inferencias debe ser único en la región de 
AWS y en su cuenta de AWS.

• El nombre de recurso de Amazon (ARN) de un rol de IAM que permite a Amazon SageMaker 
Inference Recommender realizar tareas en su nombre. Defina esto para el campo role-arn.

• El ARN del paquete de modelos versionados que creó al registrar su modelo en el registro de 
modelos. Defina esto para ModelPackageVersionArn en el campo input-config.

• Indique sobre el terreno el nombre de un punto final de SageMaker inferencia existente que 
desee comparar en el Recomendador de inferencias. Endpoints input-config
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aws sagemaker create-inference-recommendations-job  
    --region <region>\ 
    --job-name <job_name>\ 
    --job-type Default\ 
    --role-arn arn:aws:iam::<account:role/*>\ 
    --input-config "{ 
        \"ModelPackageVersionArn\": \"arn:aws:sagemaker:<region:account:role/*>\", 
        \"Endpoints\": [{\"EndpointName\": <endpoint_name>}] 
        }"

Obtener resultados de trabajo de recomendación de inferencia

Puede recopilar los resultados de su trabajo de recomendación de inferencia mediante programación 
con el mismo procedimiento que para los trabajos de recomendación de inferencia estándar. Para 
obtener más información, consulte Obtener resultados de trabajo de recomendación de inferencia.

Cuando obtenga los resultados de un trabajo de recomendación de inferencia para un punto de 
conexión existente, debería recibir una respuesta en JSON similar a la siguiente:

{ 
    "JobName": "job-name", 
    "JobType": "Default", 
    "JobArn": "arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id", 
    "RoleArn": "iam-role-arn", 
    "Status": "COMPLETED", 
    "CreationTime": 1664922919.2, 
    "LastModifiedTime": 1664924208.291, 
    "InputConfig": { 
        "ModelPackageVersionArn": "arn:aws:sagemaker:region:account-id:model-
package/resource-id", 
        "Endpoints": [ 
            { 
                "EndpointName": "endpoint-name"
            } 
        ] 
    }, 
    "InferenceRecommendations": [ 
        { 
            "Metrics": { 
                "CostPerHour": 0.7360000014305115, 
                "CostPerInference": 7.456940238625975e-06, 

Trabajos de recomendación 4206



Amazon SageMaker Guía para desarrolladores

                "MaxInvocations": 1645, 
                "ModelLatency": 171 
            }, 
            "EndpointConfiguration": { 
                "EndpointName": "sm-endpoint-name", 
                "VariantName": "variant-name", 
                "InstanceType": "ml.g4dn.xlarge", 
                "InitialInstanceCount": 1 
            }, 
            "ModelConfiguration": { 
                "EnvironmentParameters": [ 
                    { 
                        "Key": "TS_DEFAULT_WORKERS_PER_MODEL", 
                        "ValueType": "string", 
                        "Value": "4" 
                    } 
                ] 
            } 
        } 
    ], 
    "EndpointPerformances": [ 
        { 
            "Metrics": { 
                "MaxInvocations": 184, 
                "ModelLatency": 1312 
            }, 
            "EndpointConfiguration": { 
                "EndpointName": "endpoint-name"
            } 
        } 
    ]
}

Las primeras líneas proporcionan información sobre el trabajo de recomendación de inferencia en sí. 
Esto incluye el nombre del trabajo, el ARN del rol y las horas de creación y última modificación.

El diccionario InferenceRecommendations contiene una lista de recomendaciones de inferencias 
del Recomendador de Inferencias.

El diccionario anidado EndpointConfiguration contiene la recomendación del tipo de instancia 
(InstanceType) junto con el punto de conexión y el nombre de la variante (un modelo de machine 
learning de AWS implementado) que se utilizó durante el trabajo de recomendación.
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El diccionario Metrics anidado contiene información sobre el costo estimado por hora 
(CostPerHour) para el punto final en tiempo real en dólares estadounidenses, el costo estimado 
por inferencia (CostPerInference) en dólares estadounidenses para el punto final en tiempo 
real, el número máximo esperado de InvokeEndpoint solicitudes por minuto enviadas al punto 
final (MaxInvocations) y la latencia del modelo (ModelLatency), que es el intervalo de tiempo 
(en milisegundos) que el modelo tardó en responder SageMaker. La latencia del modelo incluye el 
tiempo de comunicación local empleado en el envío de la solicitud y la recuperación de la respuesta 
del contenedor de un modelo, así como el tiempo que se tarda en completar la inferencia en el 
contenedor.

El diccionario anidado EndpointPerformances contiene el nombre del punto de conexión actual 
en el que se ejecutó el trabajo de recomendación (EndpointName) y las métricas de rendimiento del 
punto de conexión (MaxInvocations y ModelLatency).

Detener la recomendación de punto de conexión de instancia

Es posible que desee detener un trabajo que se está ejecutando actualmente si lo inició por error o 
si ya no necesita ejecutarlo. Puede detener su trabajo de recomendación de inferencias mediante 
programación con el mismo procedimiento que para los trabajos de recomendación de inferencia 
estándar. Para obtener más información, consulte Detener la recomendación de inferencia.

Obtener recomendaciones compiladas con Neo

En el Recomendador de inferencias, puede compilar su modelo con Neo y obtener recomendaciones 
de puntos de conexión para su modelo compilado. SageMaker Neo es un servicio que puede 
optimizar su modelo para una plataforma de hardware de destino (es decir, un tipo de instancia o 
un entorno específicos). La optimización de un modelo con Neo podría mejorar el rendimiento del 
modelo alojado.

En el caso de los marcos y contenedores compatibles con Neo, el Recomendador de inferencias 
sugiere automáticamente recomendaciones optimizadas para Neo. Para poder participar en la 
compilación de Neo, su entrada debe cumplir los siguientes requisitos previos:

• Está utilizando un contenedor DLC o XGBoost de su SageMaker propiedad.

• Está utilizando una versión de marco compatible con Neo. Para ver las versiones de framework 
compatibles con Neo, consulte la SageMaker documentación Instancias en la nube de Neo.

• Neo requiere que proporcione una forma de datos de entrada correcta para su modelo. Puede 
especificar esta forma de datos como DataInputConfig en InferenceSpecification al 
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crear un paquete de modelos. Para obtener información sobre las formas de datos correctas para 
cada marco, consulte Preparar el modelo para su compilación en la documentación de SageMaker 
Neo.

En el siguiente ejemplo se muestra cómo especificar el campo DataInputConfig en
InferenceSpecification, donde data_input_configuration es una variable 
que contiene la forma de datos en formato de diccionario (por ejemplo,{'input':
[1,1024,1024,3]}).

"InferenceSpecification": { 
        "Containers": [ 
            { 
                "Image": dlc_uri, 
                "Framework": framework.upper(), 
                "FrameworkVersion": framework_version, 
                "NearestModelName": model_name, 
                "ModelInput": {"DataInputConfig": data_input_configuration}, 
            } 
        ], 
        "SupportedContentTypes": input_mime_types,  # required, must be non-null 
        "SupportedResponseMIMETypes": [], 
        "SupportedRealtimeInferenceInstanceTypes": 
 supported_realtime_inference_types,  # optional 
    }

Si se cumplen estas condiciones en su solicitud, el Recomendador de inferencias ejecutará 
escenarios para las versiones compiladas y no compiladas del modelo, lo que le proporcionará varias 
combinaciones de recomendaciones entre las que elegir. Puede comparar las configuraciones de las 
versiones compiladas y no compiladas de la misma recomendación de inferencia y determinar cuál 
se adapta mejor a su caso de uso. Las recomendaciones se clasifican según el coste por inferencia.

Para obtener las recomendaciones de compilación de Neo, no tiene que realizar ninguna 
configuración adicional además de asegurarse de que la entrada cumpla con los requisitos 
anteriores. El Recomendador de inferencias ejecuta automáticamente la compilación de Neo 
en tu modelo si la entrada cumple los requisitos, y recibirás una respuesta que incluye las 
recomendaciones de Neo.

Si se producen errores durante la compilación de Neo, consulte Solución de errores de compilación 
de Neo.
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La siguiente tabla es un ejemplo de una respuesta que puede obtener de un trabajo de 
recomendación de inferencias que incluya recomendaciones para modelos compilados. Si 
el campo InferenceSpecificationName es None, la recomendación es un modelo sin 
compilar. La última fila, donde el valor del campo InferenceSpecificationName es
neo-00011122-2333-4445-5566-677788899900, corresponde a un modelo compilado con 
Neo. El valor del campo es el nombre del trabajo de Neo utilizado para compilar y optimizar el 
modelo.

EndpointN 
ame

InstanceT 
ype

InitialIn 
stanceCou 
nt

Environme 
ntParamet 
ers

CostPerHo 
ur

CostPerIn 
ference

MaxInvoca 
tions

ModelLate 
ncy

Inference 
Specifica 
tionName

sm-
epc-ex 
ample-000 
111222

ml.c5.9xl 
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sm-
epc-ex 
ample-111 
222333

ml.c5.2xl 
arge

1 [] 0,408 2,11E-07 32211 21 Ninguna

sm-
epc-ex 
ample-222 
333444

ml.c5.xla 
rge

1 [] 0,204 1,86E-07 18276 92 Ninguna

sm-
epc-ex 
ample-333 
444555

ml.c5.xla 
rge

1 [] 0,204 1,60E-07 21286 42 neo-00011 
122-2333- 
4445-5566 
-67778889 
9900

Introducción

Los pasos generales para crear un trabajo de recomendación de inferencias que incluya 
recomendaciones optimizadas para NEO son los siguientes:
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• Prepare su modelo de ML para la compilación. Para obtener más información, consulte Preparar 
modelo para la compilación en la documentación de Neo.

• Empaquete su modelo en un archivo de modelos (archivo .tar.gz).

• Cree un archivo de carga útil de ejemplo.

• Registre su modelo en el registro de modelos.

• Cree un trabajo de recomendación de inferencias.

• Vea los resultados del trabajo de recomendación de inferencias y elija una configuración.

• Depure los errores de compilación, si los hubiera. Para obtener más información, consulte Solución 
de errores de compilación de Neo.

Para ver un ejemplo que muestre el flujo de trabajo anterior y cómo obtener recomendaciones 
optimizadas para Neo mediante XGBoost, consulte el siguiente cuaderno de ejemplo. Para ver un 
ejemplo que muestra cómo obtener recomendaciones optimizadas para Neo TensorFlow, consulta el 
siguiente cuaderno de ejemplo.

Interpretar los resultados de recomendaciones

El resultado de cada trabajo del Recomendador de inferencias incluye
InstanceTypeInitialInstanceCount, y EnvironmentParameters, que son parámetros 
variables de entorno ajustados para su contenedor a fin de mejorar su latencia y rendimiento. 
Los resultados también incluyen métricas de rendimiento y costes, como MaxInvocations,
ModelLatency, CostPerHour, CostPerInference, CpuUtilization y MemoryUtilization.

En la siguiente tabla, ofrecemos una descripción de estas métricas. Estas métricas pueden ayudarle 
a reducir la búsqueda de la mejor configuración de punto de conexión que se adapte a su caso de 
uso. Por ejemplo, si su motivación es la relación precio-rendimiento general con un énfasis en el 
rendimiento, entonces debería centrarse en CostPerInference.

Métrica Descripción Caso de uso

ModelLatency Intervalo de tiempo que tarda 
un modelo en responder tal y 
como se ve desde SageMaker 
él. Este intervalo incluye el 
tiempo de comunicación local 
empleado en el envío de la 

Cargas de trabajo sensibles a 
la latencia, como la publicaci 
ón de anuncios y el diagnósti 
co médico
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Métrica Descripción Caso de uso

solicitud y la recuperación de 
la respuesta del contenedo 
r de un modelo, así como 
el tiempo que se tarda en 
completar la inferencia en el 
contenedor.

Unidades: milisegundos

MaximumInvocations El número máximo de solicitud 
es InvokeEndpoint
enviadas a un punto de 
conexión del modelo en un 
minuto.

Unidades: ninguna

Cargas de trabajo centradas 
en el rendimiento, como el 
procesamiento de vídeo o la 
inferencia por lotes

CostPerHour El coste estimado por hora del 
punto de conexión en tiempo 
real.

Unidades: dólares estadouni 
denses

Cargas de trabajo sensibles 
a los costes sin plazos de 
latencia

CostPerInference El coste estimado por llamada 
de inferencia para el punto de 
conexión en tiempo real.

Unidades: dólares estadouni 
denses

Maximizar el rendimien 
to general de los precios 
centrándose en el rendimiento

Trabajos de recomendación 4212



Amazon SageMaker Guía para desarrolladores

Métrica Descripción Caso de uso

CpuUtilization El uso esperado de la 
CPU con un máximo de 
invocaciones por minuto 
para la instancia de punto de 
conexión.

Unidades: porcentaje

Entender el estado de la 
instancia durante la evaluació 
n comparativa al tener visibilid 
ad del uso de la CPU principal 
de la instancia

MemoryUtilization El uso de memoria esperado 
con un máximo de invocacio 
nes por minuto para la 
instancia de punto de 
conexión.

Unidades: porcentaje

Entender el estado de la 
instancia durante la evaluació 
n comparativa al tener visibilid 
ad del uso de la memoria 
principal de la instancia

En algunos casos, es posible que desee explorar otras métricas de SageMaker Endpoint Invocation, 
comoCPUUtilization. El resultado de cada trabajo del Recomendador de inferencias incluye 
los nombres de los puntos de conexión generados durante la prueba de carga. Puede utilizarlos 
CloudWatch para revisar los registros de estos puntos finales incluso después de haberlos eliminado.

La siguiente imagen es un ejemplo de CloudWatch métricas y gráficos que puede revisar para un 
único punto final a partir del resultado de su recomendación. El resultado de esta recomendación 
proviene de un trabajo predeterminado. La forma de interpretar los valores escalares a partir de 
los resultados de la recomendación es basarlos en el momento en que el gráfico de invocaciones 
comienza a estabilizarse por primera vez. Por ejemplo, el valor ModelLatency registrado se 
encuentra al principio de la estabilización alrededor de 03:00:31.
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Para obtener una descripción completa de las métricas utilizadas en los gráficos anteriores, consulte 
las CloudWatch métricas de Endpoint Invocation. SageMaker

También puede ver métricas de rendimiento, como ClientInvocations y NumberOfUsers
publicadas por el Recomendador de inferencias en el espacio de nombres /aws/sagemaker/
InferenceRecommendationsJobs. Para obtener una lista completa de las métricas y 
descripciones publicadas por el Recomendador de inferencias, consulte SageMaker Métricas de 
trabajos de recomendación de inferencias.

Consulte el cuaderno Amazon SageMaker Inference Recommender: CloudWatch Metrics Jupyter 
en el repositorio de amazon-sagemaker-examplesGithub para ver un ejemplo de cómo usar el AWS 
SDK para Python (Boto3) para explorar las métricas de sus puntos de conexión CloudWatch .
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Obtener recomendaciones de políticas de escalado automático

Con Amazon SageMaker Inference Recommender, puede obtener recomendaciones para políticas 
de escalado automático para su SageMaker punto final en función del patrón de tráfico previsto. Si ya 
ha realizado un trabajo de recomendación de inferencias, puede proporcionar los detalles del trabajo 
para obtener una recomendación sobre una política de escalado automático que pueda aplicar a su 
punto de conexión.

El Recomendador de inferencias compara diferentes valores para cada métrica a fin de determinar 
la configuración de escalado automático ideal para su punto de conexión. La recomendación de 
escalado automático devuelve una política de escalado automático recomendada para cada métrica 
definida en el trabajo de recomendación de inferencias. Puede guardar las políticas y aplicarlas a su 
punto final con la API. PutScalingPolicy

Para empezar, revise los requisitos previos siguientes.

Requisitos previos

Antes de comenzar, debe haber completado correctamente un trabajo de recomendación de 
inferencia. En la siguiente sección, puede proporcionar un ID de recomendación de inferencia o 
el nombre de un SageMaker punto final que se comparó durante un trabajo de recomendación de 
inferencia.

Para recuperar el identificador de tu trabajo de recomendación o el nombre del punto de conexión, 
puedes ver los detalles de tu trabajo de recomendación de inferencia en la SageMaker consola o 
puedes usar los EndpointName campos RecommendationId o campos devueltos por la API.
DescribeInferenceRecommendationsJob

Crear una recomendación de configuración de escalado automático

Para crear una política de recomendaciones de escalado automático, puede utilizar la AWS SDK for 
Python (Boto3).

En el siguiente ejemplo, se muestran los campos de la 
GetScalingConfigurationRecommendationAPI. Utilice los siguientes campos cuando llame a la API:

• InferenceRecommendationsJobName: introduzca el nombre de su trabajo de recomendación 
de inferencias.

• RecommendationId: introduzca el ID de una recomendación de inferencia de un trabajo de 
recomendación. Esto es opcional si ha especificado el campo EndpointName.
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• EndpointName: introduzca el nombre de un punto de conexión que se haya comparado durante 
un trabajo de recomendación de inferencia. Esto es opcional si ha especificado el campo
RecommendationId.

• TargetCpuUtilizationPerCore: (Opcional) Introduce un valor porcentual del uso que quiere 
que utilice una instancia de su punto de conexión antes de realizar el ajuste de escala automático. 
Si no especifica este campo, el valor predeterminado es 50 %.

• ScalingPolicyObjective: (Opcional) un objeto en el que se especifica el patrón de tráfico 
previsto.

• MinInvocationsPerMinute: (Opcional) el número mínimo de solicitudes esperadas a su 
punto de conexión por minuto.

• MaxInvocationsPerMinute: (Opcional) el número máximo de solicitudes esperadas para su 
punto de conexión por minuto.

{ 
    "InferenceRecommendationsJobName": "string", // Required 
    "RecommendationId": "string", // Optional, provide one of RecommendationId or 
 EndpointName 
    "EndpointName": "string", // Optional, provide one of RecommendationId or 
 EndpointName 
    "TargetCpuUtilizationPerCore": number, // Optional 
    "ScalingPolicyObjective": { // Optional 
        "MinInvocationsPerMinute": number, 
        "MaxInvocationsPerMinute": number
    }
}

Tras enviar la solicitud, recibirá una respuesta con las políticas de escalado automático definidas 
para cada métrica. Para obtener información sobre cada integración, consulte las secciones 
siguientes.

Revise los resultados de tus recomendaciones de configuración de escalado automático

El siguiente ejemplo muestra la respuesta de la  GetScalingConfigurationRecommendationAPI:

{ 
    "InferenceRecommendationsJobName": "string",  
    "RecommendationId": "string", // One of RecommendationId or EndpointName is shown 
    "EndpointName": "string",  
    "TargetUtilizationPercentage": Integer, 
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    "ScalingPolicyObjective": {  
        "MinInvocationsPerMinute": Integer,  
        "MaxInvocationsPerMinute": Integer 
    }, 
    "Metric": { 
        "ModelLatency": Integer, 
        "InvocationsPerInstance": Integer 
    }, 
    "DynamicScalingConfiguration": { 
        "MinCapacity": number, 
        "MaxCapacity": number,  
        "ScaleInCooldown": number, 
        "ScaleOutCooldown": number, 
        "ScalingPolicies": [ 
            { 
                "TargetTracking": { 
                    "MetricSpecification": { 
                        "Predefined" { 
                            "PredefinedMetricType": "string" 
                         }, 
                        "Customized": { 
                            "MetricName": "string", 
                            "Namespace": "string", 
                            "Statistic": "string" 
                         } 
                    }, 
                    "TargetValue": Double 
                }  
            } 
        ] 
    }
}

Los campos de objeto InferenceRecommendationsJobName, RecommendationID o
EndpointName, TargetCpuUtilizationPerCore y ScalingPolicyObjective se copian de 
la solicitud inicial.

El objeto Metric muestra las métricas que se compararon en su trabajo de recomendación de 
inferencias, junto con un cálculo de los valores de cada métrica cuando la utilización de la instancia 
sería igual al valor TargetCpuUtilizationPerCore. Esto resulta útil para anticipar las métricas 
de rendimiento de su punto de conexión cuando se amplía y reduce con la política de escalado 
automático recomendada. Por ejemplo, considere si su uso de instancias fue del 50 % en su trabajo 
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de recomendación de inferencias y su valor InvocationsPerInstance original era originalmente
4. Si especifica que el valor TargetCpuUtilizationPerCore sea del 100 % en su solicitud 
de recomendación de escalado automático, el valor métrico InvocationsPerInstance que se 
muestra en la respuesta es 2 porque preveía asignar el doble de utilización de instancias.

El DynamicScalingConfiguration objeto devuelve los valores que debes especificar
TargetTrackingScalingPolicyConfigurationcuando llames a la PutScalingPolicyAPI. Esto incluye los 
valores de capacidad mínima y máxima recomendados, los tiempos de enfriamiento para reducir 
horizontalmente y escalar horizontalmente recomendados y el objeto ScalingPolicies, que 
contiene el TargetValue recomendado que debe especificar para cada métrica.

Ejecutar una prueba de carga personalizada

Las pruebas de carga de Amazon SageMaker Inference Recommender realizan exhaustivos análisis 
basados en los requisitos de producción en cuanto a latencia y rendimiento, patrones de tráfico 
personalizados y puntos de enlace sin servidor o instancias en tiempo real (hasta 10) que usted 
seleccione.

En las siguientes secciones se muestra cómo crear, describir y detener una prueba de carga 
mediante programación con AWS SDK for Python (Boto3) y la consolaAWS CLI, o de forma 
interactiva con Amazon SageMaker Studio Classic o la consola. SageMaker

Crear un trabajo de prueba de carga

Cree una prueba de carga mediante programación medianteAWS SDK for Python (Boto3), con 
o de forma interactiva con AWS CLI Studio Classic o la consola. SageMaker Al igual que con las 
recomendaciones de inferencia del Recomendador de inferencias, especifique un nombre de trabajo 
para la prueba de carga, un ARN de rol de IAM de AWS, una configuración de entrada y el ARN 
del paquete de modelos desde el momento en que registró su modelo en el registro de modelos. 
Las pruebas de carga requieren también que especifique un patrón de tráfico y las condiciones de 
parada.

AWS SDK for Python (Boto3)

Use la API CreateInferenceRecommendationsJob para crear una prueba de carga del 
Recomendador de inferencias. Especifique Advanced para el campo JobType y proporcione:

• Un nombre de trabajo para la prueba de carga (JobName). El nombre del trabajo debe ser 
único dentro de la región AWS y de su cuenta de AWS.
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• Nombre de recurso de Amazon (ARN) de un rol de IAM que habilita el Recomendador de 
inferencias para realizar tareas en su nombre. Defina esto para el campo RoleArn.

• Un diccionario de configuración de punto de conexión (InputConfig) en el que especifique lo 
siguiente:

• Para TrafficPattern, especifique las fases o el patrón de tráfico de escaleras. Con 
el patrón de tráfico por fases, aparecen nuevos usuarios cada minuto a la velocidad que 
especifique. Con el patrón de tráfico de la escaleras, los nuevos usuarios aparecen a 
intervalos cronometrados (o escalones) al ritmo que especifique. Seleccione una de las 
siguientes opciones:

• En TrafficType, especifique PHASES. A continuación, para la matriz Phases, 
especifique InitialNumberOfUsers (con cuántos usuarios simultáneos empezar, con 
un mínimo de 1 y un máximo de 3), SpawnRate (el número de usuarios que se generarán 
en un minuto para una fase específica de la prueba de carga, con un mínimo de 0 y un 
máximo de 3) y DurationInSeconds (la duración de la fase de tráfico, con un mínimo de 
120 y un máximo de 3600).

• En TrafficType, especifique STAIRS. Luego, para la matriz Stairs, especifique 
la DurationInSeconds (cuánto debe durar la fase de tráfico, con un mínimo de 120 
y un máximo de 3600), NumberOfSteps (cuántos intervalos se utilizan durante la 
fase) y UsersPerStep (cuántos usuarios se agregan durante cada intervalo). Tenga 
en cuenta que la longitud de cada escalón es el valor de DurationInSeconds / 
NumberOfSteps. Por ejemplo, si DurationInSeconds es 600 y especifica 5 escalones, 
cada escalón durará 120 segundos.

Note

Un usuario se define como un actor generado por el sistema que se ejecuta en 
bucle e invoca solicitudes a un punto de conexión como parte del Recomendador 
de inferencias. Para un contenedor XGBoost típico que se ejecuta en una instancia
ml.c5.large, los puntos de conexión pueden alcanzar las 30 000 invocaciones 
por minuto (500 tps) con solo 15 o 20 usuarios.

• Para ResourceLimit, especifique MaxNumberOfTests (el número máximo de pruebas 
de carga de evaluación comparativa para un trabajo de recomendación de inferencias, 
con un mínimo de 1 y un máximo de 10) y MaxParallelOfTests (el número máximo de 
pruebas de carga de evaluación comparativa paralelas para un trabajo de recomendación de 
inferencias, con un mínimo de 1 y un máximo de 10).
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• Para EndpointConfigurations, puede especificar uno de los siguientes:

• El campo InstanceType en el que se especifica el tipo de instancia en el que se van a 
ejecutar las pruebas de carga.

• La ServerlessConfig, en la que se especifican los valores ideales para
MaxConcurrency y MemorySizeInMB para un punto de conexión sin servidor. Para 
obtener más información, consulte Documentación de inferencias sin servidor.

• Un diccionario de condiciones de parada (StoppingConditions), en el que, si se cumple 
alguna de las condiciones, se detiene el trabajo del Recomendador de Inferencias. Para este 
ejemplo, especifique los siguientes campos en el diccionario:

• Para MaxInvocations, especifique el número máximo de solicitudes por minuto esperado 
para el punto de conexión, con un mínimo de 1 y un máximo de 30 000.

• Para ModelLatencyThresholds, especifique Percentile (el umbral del percentil de 
latencia del modelo) y ValueInMilliseconds (el valor del percentil de latencia del modelo 
en milisegundos).

• (Opcional) Para FlatInvocations, puede especificar si desea continuar con la prueba 
de carga cuando la velocidad de TPS (invocaciones por minuto) se estabilice. Una tasa 
de TPS plana normalmente significa que el punto de conexión ha alcanzado su capacidad 
máxima. Sin embargo, es posible que desee continuar supervisando el punto de conexión en 
condiciones de plena capacidad. Para continuar con la prueba de carga cuando esto ocurra, 
especifique este valor como Continue. De lo contrario, el valor predeterminado es Stop.

# Create a low-level SageMaker service client.
import boto3
aws_region=<INSERT>
sagemaker_client=boto3.client('sagemaker', region=aws_region)  
                 
# Provide a name to your recommendation based on load testing
load_test_job_name="<INSERT>"

# Provide the name of the sagemaker instance type
instance_type="<INSERT>"

# Provide the IAM Role that gives SageMaker permission to access AWS services  
role_arn='arn:aws:iam::<account>:role/*'

# Provide your model package ARN that was created when you registered your  
# model with Model Registry
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model_package_arn='arn:aws:sagemaker:<region>:<account>:role/*'

sagemaker_client.create_inference_recommendations_job( 
                        JobName=load_test_job_name, 
                        JobType="Advanced", 
                        RoleArn=role_arn, 
                        InputConfig={ 
                            'ModelPackageVersionArn': model_package_arn, 
                            "JobDurationInSeconds": 7200, 
                            'TrafficPattern' : { 
                                # Replace PHASES with STAIRS to use the stairs 
 traffic pattern 
                                'TrafficType': 'PHASES', 
                                'Phases': [ 
                                    { 
                                        'InitialNumberOfUsers': 1, 
                                        'SpawnRate': 1, 
                                        'DurationInSeconds': 120 
                                    }, 
                                    { 
                                        'InitialNumberOfUsers': 1, 
                                        'SpawnRate': 1, 
                                        'DurationInSeconds': 120 
                                    } 
                                ] 
                                # Uncomment this section and comment out the Phases 
 object above to use the stairs traffic pattern 
                                # 'Stairs' : { 
                                #   'DurationInSeconds': 240, 
                                #   'NumberOfSteps': 2, 
                                #   'UsersPerStep': 2 
                                # } 
                            }, 
                            'ResourceLimit': { 
                                        'MaxNumberOfTests': 10, 
                                        'MaxParallelOfTests': 3 
                                }, 
                            "EndpointConfigurations" : [{ 
                                        'InstanceType': 'ml.c5.xlarge' 
                                    }, 
                                    { 
                                        'InstanceType': 'ml.m5.xlarge' 
                                    }, 
                                    { 
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                                        'InstanceType': 'ml.r5.xlarge' 
                                    }] 
                                    # Uncomment the ServerlessConfig and comment out 
 the InstanceType field if you want recommendations for a serverless endpoint 
                                    # "ServerlessConfig": { 
                                    #     "MaxConcurrency": value,  
                                    #     "MemorySizeInMB": value 
                                    # } 
                        }, 
                        StoppingConditions={ 
                            'MaxInvocations': 1000, 
                            'ModelLatencyThresholds':[{ 
                                'Percentile': 'P95',  
                                'ValueInMilliseconds': 100 
                            }], 
                            # Change 'Stop' to 'Continue' to let the load test 
 continue if invocations flatten  
                            'FlatInvocations': 'Stop' 
                        } 
                )

Consulta la Guía de referencia de las SageMaker API de Amazon para obtener 
una lista completa de los argumentos opcionales y obligatorios a los que puedes 
pasárselosCreateInferenceRecommendationsJob.

AWS CLI

Use la API create-inference-recommendations-job para crear una prueba de carga del 
Recomendador de inferencias. Especifique Advanced para el campo JobType y proporcione:

• Un nombre de trabajo para la prueba de carga (job-name). El nombre del trabajo debe ser 
único dentro de la región AWS y de su cuenta de AWS.

• Nombre de recurso de Amazon (ARN) de un rol de IAM que habilita el Recomendador de 
inferencias para realizar tareas en su nombre. Defina esto para el campo role-arn.

• Un diccionario de configuración de punto de conexión (input-config) en el que especifique 
lo siguiente:

• Para TrafficPattern, especifique las fases o el patrón de tráfico de escaleras. Con 
el patrón de tráfico por fases, aparecen nuevos usuarios cada minuto a la velocidad que 
especifique. Con el patrón de tráfico de la escaleras, los nuevos usuarios aparecen a 
intervalos cronometrados (o escalones) al ritmo que especifique. Seleccione una de las 
siguientes opciones:
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• En TrafficType, especifique PHASES. A continuación, para la matriz Phases, 
especifique InitialNumberOfUsers (con cuántos usuarios simultáneos empezar, con 
un mínimo de 1 y un máximo de 3), SpawnRate (el número de usuarios que se generarán 
en un minuto para una fase específica de la prueba de carga, con un mínimo de 0 y un 
máximo de 3) y DurationInSeconds (la duración de la fase de tráfico, con un mínimo de 
120 y un máximo de 3600).

• En TrafficType, especifique STAIRS. Luego, para la matriz Stairs, especifique 
la DurationInSeconds (cuánto debe durar la fase de tráfico, con un mínimo de 120 
y un máximo de 3600), NumberOfSteps (cuántos intervalos se utilizan durante la 
fase) y UsersPerStep (cuántos usuarios se agregan durante cada intervalo). Tenga 
en cuenta que la longitud de cada escalón es el valor de DurationInSeconds / 
NumberOfSteps. Por ejemplo, si DurationInSeconds es 600 y especifica 5 escalones, 
cada escalón durará 120 segundos.

Note

Un usuario se define como un actor generado por el sistema que se ejecuta en 
bucle e invoca solicitudes a un punto de conexión como parte del Recomendador 
de inferencias. Para un contenedor XGBoost típico que se ejecuta en una instancia
ml.c5.large, los puntos de conexión pueden alcanzar las 30 000 invocaciones 
por minuto (500 tps) con solo 15 o 20 usuarios.

• Para ResourceLimit, especifique MaxNumberOfTests (el número máximo de pruebas 
de carga de evaluación comparativa para un trabajo de recomendación de inferencias, 
con un mínimo de 1 y un máximo de 10) y MaxParallelOfTests (el número máximo de 
pruebas de carga de evaluación comparativa paralelas para un trabajo de recomendación de 
inferencias, con un mínimo de 1 y un máximo de 10).

• Para EndpointConfigurations, puede especificar uno de los siguientes:

• El campo InstanceType en el que se especifica el tipo de instancia en el que se van a 
ejecutar las pruebas de carga.

• La ServerlessConfig, en la que se especifican los valores ideales para
MaxConcurrency y MemorySizeInMB para un punto de conexión sin servidor.

• Un diccionario de condiciones de parada (stopping-conditions), en el que, si se cumple 
alguna de las condiciones, se detiene el trabajo del Recomendador de Inferencias. Para este 
ejemplo, especifique los siguientes campos en el diccionario:
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• Para MaxInvocations, especifique el número máximo de solicitudes por minuto esperado 
para el punto de conexión, con un mínimo de 1 y un máximo de 30 000.

• Para ModelLatencyThresholds, especifique Percentile (el umbral del percentil de 
latencia del modelo) y ValueInMilliseconds (el valor del percentil de latencia del modelo 
en milisegundos).

• (Opcional) Para FlatInvocations, puede especificar si desea continuar con la prueba 
de carga cuando la velocidad de TPS (invocaciones por minuto) se estabilice. Una tasa 
de TPS plana normalmente significa que el punto de conexión ha alcanzado su capacidad 
máxima. Sin embargo, es posible que desee continuar supervisando el punto de conexión en 
condiciones de plena capacidad. Para continuar con la prueba de carga cuando esto ocurra, 
especifique este valor como Continue. De lo contrario, el valor predeterminado es Stop.

aws sagemaker create-inference-recommendations-job\ 
    --region <region>\ 
    --job-name <job-name>\ 
    --job-type ADVANCED\ 
    --role-arn arn:aws:iam::<account>:role/*\ 
    --input-config \"{ 
        \"ModelPackageVersionArn\": \"arn:aws:sagemaker:<region>:<account>:role/*\", 
        \"JobDurationInSeconds\": 7200,                                 
        \"TrafficPattern\" : { 
                # Replace PHASES with STAIRS to use the stairs traffic pattern 
                \"TrafficType\": \"PHASES\", 
                \"Phases\": [ 
                    { 
                        \"InitialNumberOfUsers\": 1, 
                        \"SpawnRate\": 60, 
                        \"DurationInSeconds\": 300 
                    } 
                ] 
                # Uncomment this section and comment out the Phases object above to 
 use the stairs traffic pattern 
                # 'Stairs' : { 
                #   'DurationInSeconds': 240, 
                #   'NumberOfSteps': 2, 
                #   'UsersPerStep': 2 
                # } 
            }, 
            \"ResourceLimit\": { 
                \"MaxNumberOfTests\": 10, 
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                \"MaxParallelOfTests\": 3 
            }, 
            \"EndpointConfigurations\" : [ 
                { 
                    \"InstanceType\": \"ml.c5.xlarge\" 
                }, 
                { 
                    \"InstanceType\": \"ml.m5.xlarge\" 
                }, 
                { 
                    \"InstanceType\": \"ml.r5.xlarge\" 
                } 
                # Use the ServerlessConfig and leave out the InstanceType fields if 
 you want recommendations for a serverless endpoint 
                # \"ServerlessConfig\": { 
                #     \"MaxConcurrency\": value,  
                #     \"MemorySizeInMB\": value 
                # } 
            ] 
        }\" 
    --stopping-conditions \"{ 
        \"MaxInvocations\": 1000, 
        \"ModelLatencyThresholds\":[ 
                { 
                    \"Percentile\": \"P95\",  
                    \"ValueInMilliseconds\": 100 
                } 
        ], 
        # Change 'Stop' to 'Continue' to let the load test continue if invocations 
 flatten  
        \"FlatInvocations\": \"Stop\" 
    }\"

Amazon SageMaker Studio Classic

Crea una prueba de carga con Studio Classic.

1. En la aplicación Studio Classic, selecciona el icono de inicio 

( ).

2. En la barra lateral izquierda de Studio Classic, selecciona Implementaciones.

3. Elija Recomendador de inferencias en la lista desplegable.
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4. Elija Create inference recommender job (Crear trabajo de recomendación de inferencias). 
Se abre una nueva pestaña titulada Create inference recommender job (Crear trabajo de 
recomendación de inferencias).

5. Seleccione el nombre de su grupo de modelos en el campo desplegable Model group (Grupo 
de modelos). La lista incluye todos los grupos de modelos registrados en el registro de 
modelos de su cuenta, incluidos los modelos registrados fuera de Studio Classic.

6. Seleccione una versión del modelo en el campo desplegable Model version (Versión del 
modelo).

7. Elija Continuar.

8. Proporcione un nombre para el trabajo en el campo Name (Nombre).

9. (Opcional) Proporcione una descripción de su trabajo en el campo Description (Descripción).

10. Elija un rol de IAM que conceda a Recomendador de inferencias permiso para acceder 
a los servicios de AWS. Para ello, puede crear un rol y adjuntar la política gestionada de
AmazonSageMakerFullAccess IAM, o bien puede dejar que Studio Classic cree un rol por 
usted.

11. Seleccione Stopping Conditions (Condiciones de parada) para ampliar los campos 
de entrada disponibles. Proporcione un conjunto de condiciones para detener una 
recomendación de implementación.

a. Especifique el número máximo de solicitudes por minuto esperado para el punto de 
conexión en el campo Max Invocations Per Minute (Invocaciones máximas por minuto).

b. Especifique el umbral de latencia del modelo en microsegundos en el campo Model 
Latency Threshold (Umbral de latencia del modelo). El umbral de latencia del modelo
representa el intervalo de tiempo que tarda un modelo en responder según lo visto en 
el Recomendador de inferencias. El intervalo incluye el tiempo de comunicación local 
empleado en el envío de la solicitud y la recuperación de la respuesta del contenedor del 
modelo, así como el tiempo que se tarda en completar la inferencia en el contenedor.

12. Seleccione Traffic Pattern (Patrón de tráfico) para ampliar los campos de entrada disponibles.

a. Establezca el número inicial de usuarios virtuales especificando un número entero en el 
campo Initial Number of Users (Número inicial de usuarios).

b. Proporcione un número entero para el campo Spawn Rate (Velocidad de generación). 
La velocidad de generación establece el número de usuarios creados por segundo.

c. Establezca la duración de la fase en segundos especificando un número entero en el 
campo Duration (Duración).
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d. (Opcional) Añada patrones de tráfico adicionales. Para ello, elija Add (Añadir).

13. Elija el ajuste Additional (Adicional) para mostrar el campo Max test duration (Duración 
máxima de la prueba). Especifique, en segundos, el tiempo máximo que puede durar una 
prueba durante un trabajo. Los nuevos trabajos no se programan después de la duración 
definida. Esto ayuda a garantizar que los trabajos en curso no se detengan y que solo se 
vean los trabajos finalizados.

14. Elija Continuar.

15. Elija Select Instances (Seleccionar instancias).

16. En el campo Instances for benchmarking (Instancias para la evaluación comparativa), 
seleccione Add instances to test (Añadir instancias a prueba. Seleccione hasta 10 instancias 
para que el Recomendador de inferencias las utilice en las pruebas de carga.

17. Elija Additional settings (Configuración adicional).

a. Proporcione un número entero que establezca un límite superior en la cantidad de 
pruebas que puede realizar un trabajo para el campo Max number of tests field (Número 
máximo de pruebas). Tenga en cuenta que cada configuración de punto de conexión da 
como resultado una nueva prueba de carga.

b. Proporcione un número entero para el campo de prueba Max parallel (Máx. en paralelo). 
Esta configuración define un límite superior en el número de pruebas de carga que se 
pueden ejecutar en paralelo.

18. Elija Enviar.

La prueba de carga puede tardar hasta dos horas.

Warning

No cierre esta pestaña. Si cierra esta pestaña, cancela el trabajo de prueba de carga 
del Recomendador de inferencias.

SageMaker console

Cree una prueba de carga personalizada a través de la SageMaker consola de la siguiente 
manera:

1. Ve a la SageMaker consola en https://console.aws.amazon.com/sagemaker/.
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2. En el panel de navegación de la izquierda, elija Inference (Interferencia) y, a continuación, 
elija Interference recommender (Reomendador de inferencia.

3. En la página Trabajos de recomendador de inferencias, elija Crear trabajo.

4. Para Step 1: Model configuration (Paso 1: Configuración del modelo), haga lo siguiente:

a. Para Job type (Tipo de trabajo), seleccione Advanced recommender job (Trabajo de 
recomendador avanzado).

b. Si utiliza un modelo registrado en el registro de SageMaker modelos, active la opción 
Elegir un modelo del registro de modelos y haga lo siguiente:

i. En la lista desplegable Grupo de modelos, selecciona el grupo de modelos en el 
registro de SageMaker modelos donde se encuentra tu modelo.

ii. En la lista desplegable Model version (Versión del modelo), elija la versión que 
desee del modelo.

c. Si está utilizando un modelo que ha creado SageMaker, desactive la opción Elegir un 
modelo del registro de modelos y haga lo siguiente:

• En el campo Nombre del modelo, introduce el nombre de tu SageMaker modelo.

d. Para IAM role (Rol de IAM), puede seleccionar un rol de IAM de AWSexistente que 
tenga los permisos necesarios para crear un trabajo de recomendación de instancia. 
Como alternativa, si no tiene un rol existente, puede elegir Crear un nuevo rol para abrir 
la ventana emergente de creación del rol y SageMaker añadir los permisos necesarios al 
nuevo rol que cree.

e. Para Bucket S3 para la evaluación comparativa de la carga útil, introduzca la ruta de 
Amazon S3 al archivo de carga útil de muestra, que debe contener los archivos de carga 
útil de muestra que el Recomendador de inferencias utiliza para comparar su modelo en 
diferentes tipos de instancias.

f. Para Payload content type (Tipo de contenido de carga útil), introduzca los tipos MIME 
de los datos de carga útil de muestra.

g. Para Traffic pattern (Patrón de tráfico), configure las fases de la prueba de carga de la 
siguiente manera:

i. En Initial number of users (Número inicial de usuarios), especifique con cuántos 
usuarios simultáneos quiere empezar (con un mínimo de 1 y un máximo de 3).
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ii. Para Spawn rate (Velocidad de generación), especifique la cantidad de usuarios 
que se generarán en un minuto durante la fase (con un mínimo de 0 y un máximo de 
3).

iii. En Duration (seconds) (Duración (segundos)), especifique lo baja que debe ser la 
fase de tráfico en segundos (con un mínimo de 120 y un máximo de 3600).

h. (Opcional) Si has desactivado la opción Elegir un modelo del registro de modelos y 
has especificado un SageMaker modelo, en la configuración del contenedor, haz lo 
siguiente:

i. En la lista desplegable Domain (Dominio), seleccione el dominio de machine 
learning del modelo, como visión artificial, procesamiento del lenguaje natural o 
machine learning.

ii. En la lista desplegable Framework, selecciona el framework de tu contenedor, por 
ejemplo, TensorFlow o XGBoost.

iii. Para Framework version (Versión de marco), introduzca la versión de marco de la 
image de contenedor.

iv. En la lista desplegable Nearest model name (Nombre del modelo más cercano), 
seleccione el modelo previamente entrenado que más se parezca al suyo.

v. En la lista desplegable Task (Tarea), seleccione la tarea de machine learning que 
realiza el modelo, como la clasificación de imágenes o la regresión.

i. (Opcional) Para la compilación de modelos con SageMaker Neo, puede configurar el 
trabajo de recomendación para un modelo que haya compilado con Neo. SageMaker 
Para Data input configuration (Configuración de la entrada de datos), introduzca la 
forma de datos de entrada correcta para el modelo en un formato similar a {'input':
[1,1024,1024,3]}.

j. Elija Siguiente.

5. Para Step 2: Instances and environment parameters (Paso 2: Instancias y parámetros del 
entorno), haga lo siguiente:

a. En Select instances for benchmarking (Seleccionar instancias para evaluación 
comparativa), seleccione hasta 8 tipos de instancias con los que desee compararlas.

b. (Opcional) Para Environment parameter ranges (Rangos de parámetros del entorno), 
puede especificar los parámetros del entorno que ayuden a optimizar el modelo. 
Especifique los parámetros como pares de clave y valor.

c. Elija Siguiente.
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6. En Step 3: Job parameters (Paso 3: Parámetros de trabajo), haga lo siguiente:

a. (Opcional) Pâra el campo Job name (Nombre del trabajo), introduzca un nombre para su 
trabajo de recomendación de instancia. Al crear el trabajo, SageMaker añade una marca 
de tiempo al final de este nombre.

b. (Opcional) âra el campo Job description (Descripción de trabajo), introduzca una 
descripción para el trabajo.

c. (Opcional) Para la lista desplegable Encryption key (Clave de cifrado), elija una clave de 
AWS KMS por su nombre o introduzca su ARN para cifrar los datos.

d. (Opcional) Para Max number of tests (Número máximo de pruebas), introduzca el 
número de pruebas que desea ejecutar durante el trabajo de recomendación.

e. (Opcional) Para Max parallel tests (Máx. de p`ruebas en paralelo), introduzca el 
número máximo de pruebas en paralelo que desea ejecutar durante el trabajo de 
recomendación.

f. Para Max test duration (s) (Duración máxima de prueb (s)), introduzca el número 
máximo de segundos durante el que desea que se ejecute cada prueba.

g. Para Max invocations per minute (Máx. invocaciones por minuto), introduzca el número 
máximo de solicitudes por minuto al que puede acceder el punto de conexión antes de 
detener el trabajo de recomendación. Tras alcanzar este límite, SageMaker finaliza el 
trabajo.

h. Para P99 Model latency threshold (ms) (Umbral de latencia del modelo P99 (ms)), 
introduzca el percentil de latencia del modelo en milisegundos.

i. Elija Siguiente.

7. Para Step 4: Review job (Paso 4: Revisar trabajo), revise las configuraciones y, a 
continuación, seleccione Submit (Enviar).

Obtener los resultados de la prueba de carga

Puede recopilar las métricas de todas las pruebas de carga mediante programación una vez 
finalizadas las pruebas de carga con AWS SDK for Python (Boto3) Studio Classic o la SageMaker 
consola. AWS CLI

AWS SDK for Python (Boto3)

Recopile métricas con la API DescribeInferenceRecommendationsJob. Especifique el 
nombre del trabajo de la prueba de carga para el campo JobName:
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load_test_response = sagemaker_client.describe_inference_recommendations_job( 
                                                        JobName=load_test_job_name 
                                                        )

Imprima el objeto de respuesta.

load_test_response['Status']

Este ejemplo devuelve una respuesta de JSON similar a la siguiente: Tenga en cuenta que este 
ejemplo muestra los tipos de instancias recomendados para la inferencia en tiempo real (para 
ver un ejemplo que muestra recomendaciones de inferencia sin servidor, consulte el ejemplo 
siguiente).

{ 
    'JobName': 'job-name',  
    'JobDescription': 'job-description',  
    'JobType': 'Advanced',  
    'JobArn': 'arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id',  
    'Status': 'COMPLETED',  
    'CreationTime': datetime.datetime(2021, 10, 26, 19, 38, 30, 957000, 
 tzinfo=tzlocal()),  
    'LastModifiedTime': datetime.datetime(2021, 10, 26, 19, 46, 31, 399000, 
 tzinfo=tzlocal()),  
    'InputConfig': { 
        'ModelPackageVersionArn': 'arn:aws:sagemaker:region:account-id:model-
package/resource-id',  
        'JobDurationInSeconds': 7200,  
        'TrafficPattern': { 
            'TrafficType': 'PHASES' 
            },  
        'ResourceLimit': { 
            'MaxNumberOfTests': 100,  
            'MaxParallelOfTests': 100 
            },  
        'EndpointConfigurations': [{ 
            'InstanceType': 'ml.c5d.xlarge' 
            }] 
        },  
    'StoppingConditions': { 
        'MaxInvocations': 1000,  
        'ModelLatencyThresholds': [{ 
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            'Percentile': 'P95',  
            'ValueInMilliseconds': 100} 
            ]},  
    'InferenceRecommendations': [{ 
        'Metrics': { 
            'CostPerHour': 0.6899999976158142,  
            'CostPerInference': 1.0332434612791985e-05,  
            'MaximumInvocations': 1113,  
            'ModelLatency': 100000 
            },  
    'EndpointConfiguration': { 
        'EndpointName': 'endpoint-name',  
        'VariantName': 'variant-name',  
        'InstanceType': 'ml.c5d.xlarge',  
        'InitialInstanceCount': 3 
        },  
    'ModelConfiguration': { 
        'Compiled': False,  
        'EnvironmentParameters': [] 
        } 
    }],  
    'ResponseMetadata': { 
        'RequestId': 'request-id',  
        'HTTPStatusCode': 200,  
        'HTTPHeaders': { 
            'x-amzn-requestid': 'x-amzn-requestid',  
            'content-type': 'content-type',  
            'content-length': '1199',  
            'date': 'Tue, 26 Oct 2021 19:57:42 GMT' 
            },  
        'RetryAttempts': 0} 
    }

Las primeras líneas proporcionan información sobre el trabajo de prueba de carga en sí. Esto 
incluye el nombre del trabajo, el ARN del rol y la hora de creación y eliminación.

El diccionario InferenceRecommendations contiene una lista de recomendaciones de 
inferencias del Recomendador de Inferencias.

El diccionario anidado EndpointConfiguration contiene la recomendación del tipo de 
instancia (InstanceType) junto con el punto de conexión y el nombre de la variante (un modelo 
de machine learning de AWS implementado) que se utilizó durante el trabajo de recomendación. 
Puedes usar el punto de enlace y el nombre de la variante para monitorizar en Amazon 
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CloudWatch Events. Para obtener más información, consulte Supervisa Amazon SageMaker con 
Amazon CloudWatch.

El diccionario anidado EndpointConfiguration también contiene la recomendación del 
número de instancias (InitialInstanceCount). Este es el número de instancias que debes 
aprovisionar en el punto de conexión para cumplir con las MaxInvocations especificadas 
en las StoppingConditions. Por ejemplo, si el InstanceType es ml.m5.large y el
InitialInstanceCount es 2, debe aprovisionar 2 instancias ml.m5.large para su punto 
de conexión de modo que pueda gestionar el TPS especificado en la condición de parada
MaxInvocations.

El diccionario Metrics anidado contiene información sobre el coste estimado por hora 
(CostPerHour) del punto final en tiempo real en dólares estadounidenses, el coste estimado 
por inferencia (CostPerInference) del punto final en tiempo real, el número máximo de
InvokeEndpoint solicitudes enviadas al punto final y la latencia del modelo (ModelLatency), 
que es el intervalo de tiempo (en microsegundos) que el modelo tardó en responder. SageMaker 
La latencia del modelo incluye el tiempo de comunicación local empleado en el envío de la 
solicitud y la recuperación de la respuesta del contenedor del modelo, así como el tiempo que se 
tarda en completar la inferencia en el contenedor.

En el siguiente ejemplo se muestra la parte InferenceRecommendations de la respuesta de 
un trabajo de prueba de carga que se configuró para devolver recomendaciones de inferencia sin 
servidor:

"InferenceRecommendations": [  
      {  
         "EndpointConfiguration": {  
            "EndpointName": "value", 
            "InitialInstanceCount": value, 
            "InstanceType": "value", 
            "VariantName": "value", 
            "ServerlessConfig": { 
                "MaxConcurrency": value, 
                "MemorySizeInMb": value
            } 
         }, 
         "InvocationEndTime": value, 
         "InvocationStartTime": value, 
         "Metrics": {  
            "CostPerHour": value, 
            "CostPerInference": value, 
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            "CpuUtilization": value, 
            "MaxInvocations": value, 
            "MemoryUtilization": value, 
            "ModelLatency": value, 
            "ModelSetupTime": value
         }, 
         "ModelConfiguration": {  
            "Compiled": "False", 
            "EnvironmentParameters": [], 
            "InferenceSpecificationName": "value" 
         }, 
         "RecommendationId": "value" 
      } 
   ]

Puede interpretar las recomendaciones para la inferencia sin servidor de forma similar a los 
resultados para la inferencia en tiempo real, con la excepción de la ServerlessConfig, que 
indica los valores especcificados para MaxConcurrency y MemorySizeInMB al configurar la 
prueba de carga. Las recomendaciones sin servidor también miden la métrica ModelSetupTime, 
que mide (en microsegundos) el tiempo que se tarda en lanzar los recursos de computación en 
un punto de conexión sin servidor. Para obtener más información sobre la configuración de los 
puntos de conexión sin servidor, consulte la documentación de Inferencia sin servidor.

AWS CLI

Recopile métricas con la API describe-inference-recommendations-job. Especifique el 
nombre del trabajo de la prueba de carga para el indicador job-name:

aws sagemaker describe-inference-recommendations-job --job-name <job-name>

Esto devuelve una respuesta similar a la siguiente. Tenga en cuenta que este ejemplo muestra 
los tipos de instancias recomendados para la inferencia en tiempo real (para ver un ejemplo que 
muestra recomendaciones de inferencia sin servidor, consulte el ejemplo siguiente).

{ 
    'JobName': 'job-name',  
    'JobDescription': 'job-description',  
    'JobType': 'Advanced',  
    'JobArn': 'arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id',  
    'Status': 'COMPLETED',  
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    'CreationTime': datetime.datetime(2021, 10, 26, 19, 38, 30, 957000, 
 tzinfo=tzlocal()),  
    'LastModifiedTime': datetime.datetime(2021, 10, 26, 19, 46, 31, 399000, 
 tzinfo=tzlocal()),  
    'InputConfig': { 
        'ModelPackageVersionArn': 'arn:aws:sagemaker:region:account-id:model-
package/resource-id',  
        'JobDurationInSeconds': 7200,  
        'TrafficPattern': { 
            'TrafficType': 'PHASES' 
            },  
        'ResourceLimit': { 
            'MaxNumberOfTests': 100,  
            'MaxParallelOfTests': 100 
            },  
        'EndpointConfigurations': [{ 
            'InstanceType': 'ml.c5d.xlarge' 
            }] 
        },  
    'StoppingConditions': { 
        'MaxInvocations': 1000,  
        'ModelLatencyThresholds': [{ 
            'Percentile': 'P95',  
            'ValueInMilliseconds': 100 
            }] 
        },  
    'InferenceRecommendations': [{ 
        'Metrics': { 
        'CostPerHour': 0.6899999976158142,  
        'CostPerInference': 1.0332434612791985e-05,  
        'MaximumInvocations': 1113,  
        'ModelLatency': 100000 
        },  
        'EndpointConfiguration': { 
            'EndpointName': 'endpoint-name',  
            'VariantName': 'variant-name',  
            'InstanceType': 'ml.c5d.xlarge',  
            'InitialInstanceCount': 3 
            },  
        'ModelConfiguration': { 
            'Compiled': False,  
            'EnvironmentParameters': [] 
            } 
        }],  
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    'ResponseMetadata': { 
        'RequestId': 'request-id',  
        'HTTPStatusCode': 200,  
        'HTTPHeaders': { 
            'x-amzn-requestid': 'x-amzn-requestid',  
            'content-type': 'content-type',  
            'content-length': '1199',  
            'date': 'Tue, 26 Oct 2021 19:57:42 GMT' 
            },  
        'RetryAttempts': 0 
        } 
    }

Las primeras líneas proporcionan información sobre el trabajo de prueba de carga en sí. Esto 
incluye el nombre del trabajo, el ARN del rol y la hora de creación y eliminación.

El diccionario InferenceRecommendations contiene una lista de recomendaciones de 
inferencias del Recomendador de Inferencias.

El diccionario anidado EndpointConfiguration contiene la recomendación del tipo de 
instancia (InstanceType) junto con el punto de conexión y el nombre de la variante (un modelo 
de machine learning de AWS implementado) que se utilizó durante el trabajo de recomendación. 
Puedes usar el punto de enlace y el nombre de la variante para monitorizar en Amazon 
CloudWatch Events. Para obtener más información, consulte Supervisa Amazon SageMaker con 
Amazon CloudWatch.

El diccionario Metrics anidado contiene información sobre el coste estimado por hora 
(CostPerHour) del punto final en tiempo real en dólares estadounidenses, el coste estimado 
por inferencia (CostPerInference) del punto final en tiempo real, el número máximo de
InvokeEndpoint solicitudes enviadas al punto final y la latencia del modelo (ModelLatency), 
que es el intervalo de tiempo (en microsegundos) que el modelo tardó en responder. SageMaker 
La latencia del modelo incluye el tiempo de comunicación local empleado en el envío de la 
solicitud y la recuperación de la respuesta del contenedor del modelo, así como el tiempo que se 
tarda en completar la inferencia en el contenedor.

En el siguiente ejemplo se muestra la parte InferenceRecommendations de la respuesta de 
un trabajo de prueba de carga que se configuró para devolver recomendaciones de inferencia sin 
servidor:

"InferenceRecommendations": [  
      {  
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         "EndpointConfiguration": {  
            "EndpointName": "value", 
            "InitialInstanceCount": value, 
            "InstanceType": "value", 
            "VariantName": "value", 
            "ServerlessConfig": { 
                "MaxConcurrency": value, 
                "MemorySizeInMb": value
            } 
         }, 
         "InvocationEndTime": value, 
         "InvocationStartTime": value, 
         "Metrics": {  
            "CostPerHour": value, 
            "CostPerInference": value, 
            "CpuUtilization": value, 
            "MaxInvocations": value, 
            "MemoryUtilization": value, 
            "ModelLatency": value, 
            "ModelSetupTime": value
         }, 
         "ModelConfiguration": {  
            "Compiled": "False", 
            "EnvironmentParameters": [], 
            "InferenceSpecificationName": "value" 
         }, 
         "RecommendationId": "value" 
      } 
   ]

Puede interpretar las recomendaciones para la inferencia sin servidor de forma similar a los 
resultados para la inferencia en tiempo real, con la excepción de la ServerlessConfig, que 
indica los valores especcificados para MaxConcurrency y MemorySizeInMB al configurar la 
prueba de carga. Las recomendaciones sin servidor también miden la métrica ModelSetupTime, 
que mide (en microsegundos) el tiempo que se tarda en lanzar los recursos informáticos en un 
punto de conexión sin servidor. Para obtener más información sobre la configuración de los 
puntos de conexión sin servidor, consulte la documentación de Inferencia sin servidor.

Amazon SageMaker Studio Classic

Las recomendaciones se rellenan en una nueva pestaña llamada Recomendaciones de inferencia
en Studio Classic. Los resultados pueden tardar hasta dos horas en aparecer. Esta pestaña 
contiene las columnas Results (Resultados) y Details (Detalles).
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La columna Details (Detalles) proporciona información sobre el trabajo de prueba de carga, como 
el nombre que se le ha dado al trabajo de prueba de carga, cuándo se creó el trabajo (hora de 
creación) y más. También contiene información sobre la configuración, como el número máximo 
de invocaciones que se produjeron por minuto e información sobre los nombres de los recursos 
de Amazon utilizados.

La columna de resultados proporciona ventanas de objetivos y SageMakerrecomendaciones
de despliegue en las que puede ajustar el orden en que se muestran los resultados en función 
de la importancia de la implementación. Hay tres menús desplegables en los que puede indicar 
el nivel de importancia de Cost (Coste), Latency (Latencia) y Throughput (Rendimiento) para 
su caso de uso. Para cada objetivo (coste, latencia y rendimiento), puede establecer el nivel 
de importancia: Lowest Importance (Importancia mínima), Low Importance (Importancia baja),
Moderate importance (Importancia moderada), High importance (Importancia alta) o Highest 
importance (Importancia máxima).

En función de las selecciones de importancia para cada objetivo, Inference Recommender 
muestra su recomendación principal en el campo de SageMakerrecomendaciones de la derecha 
del panel, junto con el coste estimado por hora y la solicitud de inferencia. También proporciona 
información sobre la latencia esperada del modelo, el número máximo de invocaciones y el 
número de instancias.

Además de la recomendación principal que se muestra, también puede ver la misma información 
para todas las instancias que el Recomendador de inferencias probó en la sección Todas las 
ejecuciones.

SageMaker console

Puede ver los resultados de su trabajo de prueba de carga personalizado en la SageMaker 
consola de la siguiente manera:

1. Ve a la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación de la izquierda, elija Inference (Interferencia) y, a continuación, 
elija Interference recommender (Reomendador de inferencia.

3. En la página Trabajos de recomendador de inferencias, elija el nombre de su trabajo de 
recomendación de inferencias.

En la página de detalles de su trabajo, puede ver las recomendaciones de inferencia, que son los 
tipos de instancias recomendados para SageMaker su modelo, como se muestra en la siguiente 
captura de pantalla.
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En esta sección, puede comparar los tipos de instancias en función de varios factores, como la
latencia del modelo, el coste por hora, el coste por inferencia y las invocaciones por minuto.

En esta página, también puede ver las configuraciones que especificó para su trabajo. En la 
sección Supervisar, puedes ver las CloudWatch métricas de Amazon que se registraron para 
cada tipo de instancia. Para obtener más información sobre la interpretación de estas métricas, 
consulte Interpretar los resultados.

Detener la prueba de carga

Es posible que desee detener un trabajo que se está ejecutando actualmente si lo inició por error o 
si ya no necesita ejecutarlo. Detenga los trabajos de prueba de carga mediante programación con la
StopInferenceRecommendationsJob API, Studio Classic o la SageMaker consola.

AWS SDK for Python (Boto3)

Especifique el nombre del trabajo de la prueba de carga para el campo JobName:

sagemaker_client.stop_inference_recommendations_job( 
                                    JobName='<INSERT>'
                                    )

AWS CLI

Especifique el nombre del trabajo de la prueba de carga para el indicador job-name:

aws sagemaker stop-inference-recommendations-job --job-name <job-name>
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Amazon SageMaker Studio Classic

Cierre la pestaña en la que inició el trabajo de carga personalizado para detener la prueba de 
carga del Recomendador de inferencias.

SageMaker console

Para detener el trabajo de prueba de carga a través de la SageMaker consola, haga lo siguiente:

1. Ve a la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación de la izquierda, elija Inference (Interferencia) y, a continuación, 
elija Interference recommender (Reomendador de inferencia.

3. En la página Trabajos de recomendador de inferencias, seleccione su trabajo de prueba de 
carga.

4. Elija Stop run (Parar trabajo).

5. En el cuadro de diálogo que aparece, elija Confirm (Confirmar).

Tras detener el trabajo, Status (Estado) del trabajo debería cambiar a Stopping (Parando).

Solucionar los errores del Recomendador de inferencias

Esta sección contiene información sobre cómo comprender y evitar errores habituales, los mensajes 
de error que generan y orientación sobre cómo solucionar estos errores.

Cómo solucionar problemas

Puede intentar resolver el error siguiendo los siguientes pasos:

• Compruebe si has cumplido todos los requisitos previos para utilizar el Recomendador de 
inferencias. Consulte Rrequisitos previos del Recomendador de inferencias.

• Compruebe que puede implementar su modelo desde el registro de modelos en un punto de 
conexión y que este puede procesar sus cargas útiles sin errores. Consulte Implementar un 
modelo desde el registro.

• Al iniciar un trabajo de recomendación de inferencias, debería ver cómo se están creando los 
puntos finales en la consola y puede revisar los registros. CloudWatch
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Errores comunes

Consulte la siguiente tabla para ver los errores más comunes del Recomendador de inferencias y sus 
soluciones.

Error Solución

Especifique Domain en el paquete de modelo 
versión 1. Domain es un parámetro obligatorio 
para el trabajo.

Asegúrese de proporcionar el dominio ML o
OTHER si no se conoce.

No se puede asumir el ARN del rol proporcio 
nado y se ha producido un error AWSSecuri 
tyTokenServiceException .

Asegúrese de que el rol de ejecución proporcio 
nado tenga los permisos necesarios especific 
ados en los requisitos previos.

Especifique Framework  en el paquete 
del modelo versión 1. Framework  es un 
parámetro obligatorio para el trabajo.

Asegúrese de proporcionar el marco de ML o
OTHER si no se conoce.

Los usuarios al final de la fase anterior son 0, 
mientras que los usuarios iniciales de la fase 
actual son 1.

Los usuarios aquí se refieren a los usuarios 
o hilos virtuales que se utilizan para enviar 
solicitudes. Cada fase comienza con los 
usuarios A y termina con los usuarios B, de 
modo que B > A. Entre las fases secuenciales, 
x_1 y x_2, necesitamos que abs (x_2.a - x_1.b) 
<= 3 y >= 0.

La duración total del tráfico (transversal) no 
debe ser superior a la duración del trabajo.

La duración total de todas sus fases no puede 
superar la duración del trabajo.

No se permite el tipo de instancia con ráfagas 
ml.t2.medium.

El Recomendador de inferencias no admite las 
pruebas de carga en la familia de instancias t2 
porque las instancias con ráfagas no ofrecen 
un rendimiento uniforme.

ResourceLimitExceeded al llamar a la 
operación CreateEndpoint

Ha superado un límite SageMaker de recursos. 
Por ejemplo, es posible que el Recomendador 
de inferencias no pueda aprovisionar puntos de 
enlace para realizar evaluaciones comparativas 
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Error Solución

si la cuenta ha alcanzado la cuota de puntos 
de conexión. Para obtener más información 
sobre SageMaker los límites y las cuotas, 
consulta los  SageMaker puntos de conexión y 
las cuotas de Amazon.

ModelError al llamar a InvokeEndpoint la 
operación

Se puede producir un error de modelo por una 
de las siguientes razones:

• Se agotó el tiempo de espera de la invocació 
n mientras se esperaba una respuesta del 
contenedor del modelo.

• El modelo no ha podido procesar la carga de 
entrada.

PayloadError al llamar a InvokeEndpoint la 
operación

Se puede producir un error de carga útil por 
una de las siguientes razones:

• La fuente de carga no se encuentra en el 
bucket de Amazon S3.

• La carga útil está en un formato de objeto 
que no es de archivo.

• La carga útil tiene un tipo de archivo no 
válido. Por ejemplo, un modelo espera una 
carga útil de tipo imagen, pero se le pasa un 
archivo de texto.

• La carga útil está vacía.

Compruebe CloudWatch

Al iniciar un trabajo de recomendación de inferencias, debería ver cómo se crean los puntos de 
conexión en la consola. Seleccione uno de los puntos finales y consulte los CloudWatch registros 
para detectar cualquier error 4xx/5xx. Si ha realizado correctamente un trabajo de recomendación de 
inferencias, podrá ver los nombres de los puntos de conexión como parte de los resultados. Incluso 
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si su trabajo de recomendación de inferencias no tiene éxito, puede comprobar los CloudWatch 
registros para ver los puntos finales eliminados siguiendo los pasos que se indican a continuación:

1. Abre la CloudWatch consola de Amazon en https://console.aws.amazon.com/cloudwatch/.

2. Seleccione la región en la que creó el trabajo del Recomendador de inferencias en la lista 
desplegable Región situada en la parte superior derecha.

3. En el panel de navegación de CloudWatch, selecciona Registros y, a continuación, selecciona
Grupos de registros.

4. Busque el grupo de registro denominado /aws/sagemaker/Endpoints/sm-epc-*. 
Seleccione el grupo de registro en función de su trabajo de recomendación de inferencias más 
reciente.

También puede solucionar los problemas de su trabajo consultando los registros del Recomendador 
de Inferencias. CloudWatch Los registros del Recommender de inferencias, que se publican en el 
grupo de /aws/sagemaker/InferenceRecommendationsJobs CloudWatch registros, ofrecen 
una visión general del progreso del trabajo en el flujo de registros. <jobName>/execution Puede 
encontrar información detallada sobre cada una de las configuraciones de punto de conexión que se 
están probando en el flujo de registro <jobName>/Endpoint/<endpointName>.

Descripción general de los flujos de registro del Recomendador de Inferencias

• <jobName>/execution contiene información general sobre el trabajo, como las configuraciones 
de los puntos de conexión programados para la evaluación comparativa, el motivo por el que se 
omite el trabajo de compilación y el motivo del error de validación.

• <jobName>/Endpoint/<endpointName> contiene información como el progreso de la creación 
de los recursos, la configuración de las pruebas, el motivo de la interrupción de la prueba de carga 
y el estado de limpieza de los recursos.

• <jobName>/CompilationJob/<compilationJobName> contiene información sobre los 
trabajos de compilación creados por el Recomendador de inferencias, como la configuración del 
trabajo de compilación y el estado del trabajo de compilación.

Crear una alarma para los mensajes de error del Recomendador de inferencias

El Recomendador de inferencias genera declaraciones de registro para detectar errores que pueden 
ser útiles a la hora de solucionar problemas. Con un grupo de CloudWatch registros y un filtro de 
métricas, puede buscar términos y patrones en estos datos de registro a medida que se envían los 
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datos. CloudWatch A continuación, puede crear una CloudWatch alarma basada en el filtro métrico 
de grupos de registros. Para obtener más información, consulte Crear una CloudWatch alarma 
basada en un filtro métrico de grupo de registros.

Comprobar puntos de referencia

Al iniciar un trabajo de recomendación de inferencias, el Recomendador de inferencias crea varios 
puntos de referencia para evaluar el rendimiento del modelo en distintos tipos de instancias. Puede 
usar la ListInferenceRecommendationsJobStepsAPI para ver los detalles de todos los puntos de 
referencia. Si tiene un punto de referencia erróneo, puede ver los motivos del error como parte de los 
resultados.

Para usar la ListInferenceRecommendationsJobStepsAPI, proporciona los siguientes valores:

• Para JobName, indique el nombre del trabajo del Recomendador de inferencias.

• Para StepType, utilice BENCHMARK para devolver detalles sobre los puntos de referencia del 
trabajo.

• Para Status, utilice FAILED para devolver detalles solo sobre los puntos de referencia no 
aprobados. Para ver una lista de los demás tipos de estado, consulta el Status campo de la
ListInferenceRecommendationsJobStepsAPI.

# Create a low-level SageMaker service client.
import boto3
aws_region = '<region>'
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)  

# Provide the job name for the SageMaker Inference Recommender job
job_name = '<job-name>'

# Filter for benchmarks
step_type = 'BENCHMARK'  

# Filter for benchmarks that have a FAILED status
status = 'FAILED'

response = sagemaker_client.list_inference_recommendations_job_steps( 
    JobName = job_name, 
    StepType = step_type, 
    Status = status
)
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Puede imprimir el objeto de respuesta para ver los resultados. El ejemplo de código anterior 
almacenó la respuesta en una variable llamadaresponse:

print(response)

Inferencia en tiempo real

La inferencia en tiempo real es idónea para cargas de trabajo de inferencia con requisitos en tiempo 
real, interactivos y de baja latencia. Puede implementar su modelo en los servicios de SageMaker 
alojamiento y obtener un punto final que pueda usarse como inferencia. Estos puntos de conexión 
están totalmente gestionados y admiten autoescalado (consulte Escala automáticamente los 
SageMaker modelos de Amazon).

Temas

• Implemente modelos para inferencias en tiempo real

• Invoque modelos para inferencias en tiempo real

• Administre sus puntos finales

• Opciones de alojamiento

• Escala automáticamente los SageMaker modelos de Amazon

• Alojamiento de volúmenes de almacenamiento de instancias

• Valide de forma segura modelos en producción

• Explicabilidad en línea con Clarify SageMaker

Implemente modelos para inferencias en tiempo real

Existen varias opciones para implementar un modelo mediante servicios SageMaker de alojamiento. 
Puede implementar un modelo de forma interactiva con SageMaker Studio. O bien, puede 
implementar un modelo mediante programación mediante un AWS SDK, como el SDK de 
SageMaker Python o el SDK para Python (Boto3). También puede implementarlo mediante. AWS 
CLI

Antes de empezar

Antes de implementar un SageMaker modelo, busque y tome nota de lo siguiente:

• El Región de AWS lugar en el que se encuentra su bucket de Amazon S3
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• La ruta URI de Amazon S3 donde se almacenan los artefactos del modelo

• La función de IAM para SageMaker

• La ruta de registro de URI de Amazon ECR de Docker para la imagen personalizada que contiene 
el código de inferencia, o el marco y la versión de una imagen de Docker integrada que es 
compatible y por AWS

Para obtener una lista de las Servicios de AWS disponibles en cada una de ellasRegión de 
AWS, consulte Region Maps y Edge Networks. Consulte Creación de roles de IAM para obtener 
información sobre cómo crear roles de IAM.

Important

El depósito de Amazon S3 en el que se almacenan los artefactos del modelo debe estar en el 
Región de AWS mismo lugar que el modelo que está creando.

Utilización de recursos compartidos con varios modelos

Puedes implementar uno o más modelos en un punto final con Amazon SageMaker. Cuando varios 
modelos comparten un punto final, utilizan conjuntamente los recursos que están alojados allí, 
como las instancias de procesamiento de aprendizaje automático, las CPU y los aceleradores. La 
forma más flexible de implementar varios modelos en un punto final es definir cada modelo como un 
componente de inferencia.

Componentes de inferencias

Un componente de inferencia es un objeto de SageMaker alojamiento que se puede utilizar para 
implementar un modelo en un punto final. En la configuración del componente de inferencia, se 
especifica el modelo, el punto final y la forma en que el modelo utiliza los recursos que aloja el punto 
final. Para especificar el modelo, puede especificar un objeto SageMaker modelo o puede especificar 
directamente los artefactos y la imagen del modelo.

En la configuración, puede optimizar la utilización de los recursos adaptando la forma en que 
se asignan al modelo los núcleos de CPU, los aceleradores y la memoria necesarios. Puede 
implementar varios componentes de inferencia en un punto final, donde cada componente de 
inferencia contenga un modelo y las necesidades de utilización de recursos de ese modelo.

Tras implementar un componente de inferencia, puede invocar directamente el modelo asociado 
cuando utilice la InvokeEndpoint acción en la API. SageMaker
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Los componentes de inferencia ofrecen las siguientes ventajas:

Flexibilidad

El componente de inferencia desacopla los detalles del alojamiento del modelo del propio punto 
final. Esto proporciona más flexibilidad y control sobre cómo se alojan y sirven los modelos 
con un punto final. Puede alojar varios modelos en la misma infraestructura y puede agregar o 
eliminar modelos de un punto final según sea necesario. Puede actualizar cada modelo de forma 
independiente.

Escalabilidad

Puede especificar cuántas copias de cada modelo desea alojar y puede establecer un número 
mínimo de copias para garantizar que el modelo se cargue en la cantidad necesaria para atender 
las solicitudes. Puede reducir a cero la copia de cualquier componente de inferencia, lo que deja 
espacio para que otra copia se amplíe hacia arriba.

SageMaker empaqueta sus modelos como componentes de inferencia cuando los implementa 
mediante:

• SageMaker Studio Classic.

• El SDK de SageMaker Python para implementar un objeto modelo (en el que se establece el tipo 
de punto finalEndpointType.INFERENCE_COMPONENT_BASED).

• El AWS SDK for Python (Boto3) para definir InferenceComponent los objetos que se 
implementan en un punto final.

Implemente modelos con SageMaker Studio

Complete los siguientes pasos para crear e implementar su modelo de forma interactiva a través 
de SageMaker Studio. Para obtener más información sobre Studio, consulta la documentación de
Studio. Para obtener más información sobre varios escenarios de implementación, consulte el blog
Package and deploy modelos de ML clásicos y LLM fácilmente con Amazon SageMaker — Part 2.

Prepare sus artefactos y permisos

Complete esta sección antes de crear un modelo en SageMaker Studio.

Tienes dos opciones para traer tus artefactos y crear un modelo en Studio:
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1. Puedes traer un tar.gz archivo preempaquetado, que debería incluir los artefactos del modelo, 
cualquier código de inferencia personalizado y todas las dependencias enumeradas en un archivo.
requirements.txt

2. SageMaker puede empaquetar sus artefactos por usted. Solo tiene que incluir los artefactos 
del modelo sin procesar y cualquier dependencia en un requirements.txt archivo, y 
SageMaker puede proporcionarle el código de inferencia predeterminado (o puede anular el 
código predeterminado con su propio código de inferencia personalizado). SageMakeradmite esta 
opción para los siguientes marcos: XGBoost. PyTorch

Además de incluir su modelo, su función AWS Identity and Access Management (IAM) y un 
contenedor de Docker (o el marco y la versión que prefieran y que SageMaker cuenten con un 
contenedor prediseñado), también debe conceder permisos para crear e implementar modelos a 
través de Studio. SageMaker

Debe tener la AmazonSageMakerFullAccesspolítica asociada a su función de IAM para poder 
acceder a SageMaker otros servicios relevantes. Para ver los precios de los tipos de instancias en 
Studio, también debes adjuntar la AWSPriceListServiceFullAccesspolítica (o, si no quieres adjuntar la 
política completa, más específicamente, la pricing:GetProducts acción).

Si decide cargar los artefactos de su modelo al crear un modelo (o cargar un archivo de carga útil 
de muestra para obtener recomendaciones de inferencia), debe crear un bucket de Amazon S3. El 
nombre del bucket debe ir precedido de la palabra. SageMaker También se aceptan mayúsculas 
alternativas SageMaker de: o. Sagemaker sagemaker

Le recomendamos que utilice la convención de nomenclatura de los cubos. sagemaker-
{Region}-{accountID} Este depósito se utiliza para almacenar los artefactos que subas.

Tras crear el depósito, adjunta la siguiente política CORS (intercambio de recursos entre orígenes 
cruzados) al depósito:

[ 
    { 
        "AllowedHeaders": ["*"], 
        "ExposeHeaders": ["Etag"], 
        "AllowedMethods": ["PUT", "POST"], 
        "AllowedOrigins": ['https://*.sagemaker.aws'], 
    }
]
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Puede adjuntar una política CORS a un bucket de Amazon S3 mediante cualquiera de los siguientes 
métodos:

• A través de la página Editar el uso compartido de recursos entre orígenes (CORS) de la consola 
de Amazon S3

• Uso de la API de Amazon S3 PutBucketCors

• Mediante el put-bucket-cors AWS CLI comando:

aws s3api put-bucket-cors --bucket="..." --cors-configuration="..."

Cree un modelo desplegable

En este paso, debe crear una versión desplegable de su modelo SageMaker proporcionando sus 
artefactos junto con las especificaciones adicionales, como el contenedor y el marco que desee, 
cualquier código de inferencia personalizado y la configuración de red.

Cree un modelo desplegable en SageMaker Studio de la siguiente manera:

1. Abre la aplicación SageMaker Studio.

2. En el panel de navegación izquierdo, elija Models (Modelos).

3. Seleccione la pestaña Modelos desplegables.

4. En la página de modelos desplegables, seleccione Crear.

5. En la página Crear modelo desplegable, en el campo Nombre del modelo, introduzca un nombre 
para el modelo.

Hay varias secciones más que puede rellenar en la página Crear un modelo desplegable.

La sección de definición del contenedor tiene el aspecto de la siguiente captura de pantalla:
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Para la sección de definición de contenedores, haga lo siguiente:

1. En Tipo de contenedor, selecciona Contenedor prediseñado si quieres usar un contenedor 
SageMaker gestionado, o selecciona Traiga su propio contenedor si tiene su propio contenedor.

2. Si seleccionaste un contenedor prediseñado, selecciona el marco del contenedor, la versión del 
marco y el tipo de hardware que quieras usar.

3. Si seleccionó Traiga su propio contenedor, introduzca una ruta de Amazon ECR como imagen 
de la ruta de ECR al contenedor.

A continuación, rellena la sección de artefactos, que se parece a la siguiente captura de pantalla:
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Para la sección de artefactos, haga lo siguiente:

1. Si utilizas uno de los marcos SageMaker compatibles con el empaquetado de artefactos modelo 
(PyTorch o XGBoost), en el caso de Artifacts, puedes elegir la opción Cargar artefactos. Con 
esta opción, solo tiene que especificar los artefactos del modelo sin procesar, cualquier código 
de inferencia personalizado que tenga y su archivo requirements.txt, y se SageMaker encargará 
de empaquetar el archivo por usted. Haga lo siguiente:

Implemente modelos 4251



Amazon SageMaker Guía para desarrolladores

a. En Artefactos, seleccione Cargar artefactos para seguir proporcionando sus archivos. De 
lo contrario, si ya tiene un tar.gz archivo que contiene los archivos del modelo, el código 
de inferencia y el requirements.txt archivo, seleccione Introducir el URI de S3 para los 
artefactos preempaquetados.

b. Si opta por cargar sus artefactos, en el caso del depósito S3, introduzca la ruta de Amazon 
S3 hasta el depósito en el que SageMaker desee almacenar los artefactos después de 
empaquetarlos por usted. A continuación, complete los siguientes pasos.

c. En Cargar artefactos del modelo, cargue los archivos del modelo.

d. En Código de inferencia, seleccione Usar código de inferencia predeterminado si quiere 
usar un código predeterminado que sirva para realizar SageMaker inferencias. De lo 
contrario, selecciona Cargar código de inferencia personalizado para usar tu propio código
de inferencia.

e. En Upload requirements.txt, suba un archivo de texto que enumere las dependencias que 
desee instalar en tiempo de ejecución.

2. Si no está utilizando un marco que permita SageMaker empaquetar artefactos de modelos, 
Studio le mostrará la opción de artefactos preempaquetados y deberá proporcionar todos los 
artefactos ya empaquetados como un tar.gz archivo. Haga lo siguiente:

a. En el caso de los artefactos preempaquetados, seleccione Introducir el URI de S3 para los 
artefactos del modelo preempaquetados si ya ha cargado el tar.gz archivo en Amazon 
S3. Seleccione Cargar artefactos modelo preempaquetados si desea cargar directamente 
su archivo a. SageMaker

b. Si seleccionó el URI de S3 de entrada para los artefactos del modelo preempaquetados, 
introduzca la ruta de Amazon S3 a su archivo para el URI de S3. De lo contrario, seleccione 
y cargue el archivo desde su máquina local.

La siguiente sección es Seguridad, que tiene el aspecto de la siguiente captura de pantalla:
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Para la sección de seguridad, haga lo siguiente:

1. Para el rol de IAM, introduzca el ARN de un rol de IAM.

2. (Opcional) En el caso de la nube privada virtual (VPC), puede seleccionar una Amazon VPC 
para almacenar la configuración y los artefactos del modelo.

3. (Opcional) Active la opción de aislamiento de la red si quiere restringir el acceso a Internet de su 
contenedor.

Por último, si lo desea, puede rellenar la sección de opciones avanzadas, que tiene el aspecto de la 
siguiente captura de pantalla:
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(Opcional) Para la sección de opciones avanzadas, haga lo siguiente:

1. Activa la opción Recomendaciones de instancias personalizadas si quieres ejecutar un trabajo 
de Amazon SageMaker Inference Recommender en tu modelo después de su creación. 
El Recomendador de inferencias es una función que le proporciona los tipos de instancias 
recomendados para optimizar el rendimiento y el costo de las inferencias. Puedes ver estas 
recomendaciones de instancias cuando te prepares para implementar tu modelo.

2. En Añadir variables de entorno, introduce una variable de entorno para tu contenedor como 
pares clave-valor.

3. En el caso de las etiquetas, introduce cualquier etiqueta como pares clave-valor.

4. Una vez finalizada la configuración del modelo y el contenedor, elija Crear modelo desplegable.

Ahora debería tener un modelo en SageMaker Studio listo para su implementación.
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Implementar el modelo

Por último, debe implementar el modelo que configuró en el paso anterior en un punto final HTTPS. 
Puede implementar un modelo único o varios modelos en el punto final.

Una forma de implementar un modelo es hacer lo siguiente en Studio:

1. Abre la aplicación SageMaker Studio.

2. En el panel de navegación izquierdo, elija Models (Modelos).

3. En la página de modelos, seleccione uno o más modelos de la lista de SageMaker modelos.

4. Elija Implementar.

5. Para el nombre de Endpoint, abra el menú desplegable. Puede seleccionar un punto final 
existente o puede crear un nuevo punto final en el que implementar el modelo.

6. En Tipo de instancia, seleccione el tipo de instancia que quiere usar para el punto final. Si 
anteriormente realizaste un trabajo de recomendación de inferencias para el modelo, los tipos de 
instancia recomendados aparecen en la lista bajo el título Recomendado. De lo contrario, verás 
algunas posibles instancias que podrían ser adecuadas para tu modelo.

7. En Recuento inicial de instancias, introduce el número inicial de instancias que te gustaría 
aprovisionar para tu terminal.

8. Si el modelo que vas a implementar es uno de los SageMaker JumpStart LLM más utilizados en 
el centro de modelos, aparecerá la opción Configuraciones alternativas después de los campos 
tipo de instancia y recuento de instancias.

Para los SageMaker JumpStart LLM más populares, AWS tiene tipos de instancias previamente 
evaluados para optimizar el costo o el rendimiento. Estos datos pueden ayudarle a decidir qué 
tipo de instancia usar para implementar su LLM. Elija Configuraciones alternativas para abrir un 
cuadro de diálogo que contiene los datos previamente evaluados. El panel tiene el aspecto que 
se muestra en la siguiente captura de pantalla:
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En el cuadro Configuraciones alternativas, haga lo siguiente:

a. Seleccione un tipo de instancia. Puede elegir el coste por hora o el mejor rendimiento
para ver los tipos de instancias que optimizan el coste o el rendimiento para el modelo 
especificado. También puedes elegir Otras instancias compatibles para ver una lista de 
otros tipos de instancias que son compatibles con el SageMaker JumpStart modelo. Ten en 
cuenta que al seleccionar un tipo de instancia aquí se sobrescribe cualquier selección de 
instancia anterior especificada en el paso 6.

b. (Opcional) Active la opción Personalizar la configuración seleccionada para especificar el 
número máximo total de tokens (el número máximo de tokens que desea permitir, que es la 
suma de los tokens de entrada y la salida generada por el modelo), la longitud máxima del 
token de entrada (el número máximo de tokens que desea permitir para la entrada de cada 
solicitud) y el número máximo de solicitudes simultáneas (el número máximo de solicitudes 
que el modelo puede procesar a la vez).

c. Elija Seleccionar para confirmar el tipo de instancia y los ajustes de configuración.

9. El campo Modelo ya debería estar rellenado con el nombre del modelo o los modelos que va a 
implementar. Puede elegir Añadir modelo para añadir más modelos a la implementación. Para 
cada modelo que añada, rellene los siguientes campos:
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a. En Número de núcleos de CPU, introduce los núcleos de CPU que quieres dedicar al uso 
del modelo.

b. En Número mínimo de copias, introduzca el número mínimo de copias del modelo que 
desee alojar en el terminal en un momento dado.

c. En Memoria mínima de CPU (MB), introduzca la cantidad mínima de memoria (en MB) que 
requiere el modelo.

d. En Memoria máxima de CPU (MB), introduzca la cantidad máxima de memoria (en MB) que 
desea permitir que utilice el modelo.

10. (Opcional) Para las opciones avanzadas, haga lo siguiente:

a. Para el rol de IAM, utilice el rol de ejecución de SageMaker IAM predeterminado o 
especifique su propio rol con los permisos que necesita. Tenga en cuenta que esta función 
de IAM debe ser la misma que la que especificó al crear el modelo desplegable.

b. En el caso de la Nube Privada Virtual (VPC), puede especificar una VPC en la que desee 
alojar su punto final.

c. En la clave de cifrado KMS, seleccione una AWS KMS clave para cifrar los datos del 
volumen de almacenamiento adjunto a la instancia de procesamiento de aprendizaje 
automático que aloja el punto final.

d. Activa la opción Habilitar el aislamiento de la red para restringir el acceso a Internet del 
contenedor.

e. Para configurar el tiempo de espera, introduzca los valores de los campos Tiempo de 
espera de descarga de datos del modelo (segundos) y Tiempo de espera de comprobación 
del estado del contenedor (segundos). Estos valores determinan el tiempo máximo que 
se tarda SageMaker en descargar el modelo en el contenedor y ponerlo en marcha, 
respectivamente.

f. En el caso de las etiquetas, introduzca las etiquetas como pares clave-valor.

Tras configurar las opciones, la página debería tener el aspecto de la siguiente captura de pantalla.
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Tras configurar la implementación, elija Deploy para crear el punto final e implementar el modelo.

Implemente modelos con los SDK de Python

Con el SDK de SageMaker Python, puede crear su modelo de dos maneras. La primera consiste 
en crear un objeto modelo a partir de la ModelBuilder clase Model o. Si usa la Model clase para 
crear su Model objeto, debe especificar el paquete del modelo o el código de inferencia (según el 
servidor del modelo), los scripts para gestionar la serialización y deserialización de los datos entre 
el cliente y el servidor y cualquier dependencia que deba cargarse en Amazon S3 para su consumo. 
La segunda forma de crear el modelo consiste en utilizar el código de inferencia o ModelBuilder
los artefactos del modelo. ModelBuildercaptura automáticamente las dependencias, deduce las 
funciones de serialización y deserialización necesarias y empaqueta las dependencias para crear el 
objeto. Model Para obtener más información acerca de ModelBuilder, consulte Crea un modelo 
en Amazon SageMaker con ModelBuilder.

En la siguiente sección, se describen ambos métodos para crear el modelo e implementar el objeto 
del modelo.
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Configuración

Los siguientes ejemplos preparan el proceso de despliegue del modelo. Importan las bibliotecas 
necesarias y definen la URL de S3 que localiza los artefactos del modelo.

SageMaker Python SDK

Example declaraciones de importación

El siguiente ejemplo importa módulos del SDK de SageMaker Python, el SDK para Python 
(Boto3) y la biblioteca estándar de Python. Estos módulos proporcionan métodos útiles que 
ayudan a implementar modelos y se utilizan en el resto de los ejemplos que aparecen a 
continuación.

import boto3
from datetime import datetime
from sagemaker.compute_resource_requirements.resource_requirements import 
 ResourceRequirements
from sagemaker.predictor import Predictor
from sagemaker.enums import EndpointType
from sagemaker.model import Model
from sagemaker.session import Session

boto3 inference components

Example declaraciones de importación

En el siguiente ejemplo, se importan módulos del SDK para Python (Boto3) y de la biblioteca 
estándar de Python. Estos módulos proporcionan métodos útiles que ayudan a implementar 
modelos y se utilizan en el resto de los ejemplos que aparecen a continuación.

import boto3
import botocore
import sys
import time

boto3 models (without inference components)

Example declaraciones de importación

En el siguiente ejemplo, se importan módulos del SDK para Python (Boto3) y de la biblioteca 
estándar de Python. Estos módulos proporcionan métodos útiles que ayudan a implementar 
modelos y se utilizan en el resto de los ejemplos que aparecen a continuación.
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import boto3
import botocore
import datetime
from time import gmtime, strftime

Example URL del artefacto modelo

El siguiente código crea un ejemplo de URL de Amazon S3. La URL localiza los artefactos del 
modelo de un modelo previamente entrenado en un bucket de Amazon S3.

# Create a variable w/ the model S3 URL

# The name of your S3 bucket:
s3_bucket = "DOC-EXAMPLE-BUCKET"
# The directory within your S3 bucket your model is stored in:
bucket_prefix = "sagemaker/model/path"
# The file name of your model artifact:
model_filename = "my-model-artifact.tar.gz"
# Relative S3 path:
model_s3_key = f"{bucket_prefix}/"+model_filename
# Combine bucket name, model file name, and relate S3 path to create S3 model URL:
model_url = f"s3://{s3_bucket}/{model_s3_key}"

La URL completa de Amazon S3 se almacena en la variablemodel_url, que se utiliza en los 
ejemplos siguientes.

Información general

Existen varias formas de implementar modelos con el SDK de SageMaker Python o el SDK para 
Python (Boto3). En las siguientes secciones se resumen los pasos que debe seguir para varios 
enfoques posibles. Estos pasos se muestran en los ejemplos siguientes.

SageMaker Python SDK

Con el SDK de SageMaker Python, puede crear su modelo de cualquiera de las siguientes 
maneras:

• Cree un objeto modelo a partir de la Model clase: debe especificar el paquete del modelo o el 
código de inferencia (en función del servidor modelo), los scripts para gestionar la serialización 
y deserialización de los datos entre el cliente y el servidor y cualquier dependencia que deba 
cargarse en Amazon S3 para su consumo.
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• Cree un objeto modelo a partir de la ModelBuilder clase: proporciona artefactos del modelo 
o código de inferencia y captura ModelBuilder automáticamente las dependencias, deduce 
las funciones de serialización y deserialización necesarias y empaqueta las dependencias para 
crear el Model objeto.

Para obtener más información acerca de ModelBuilder, consulte Crea un modelo en 
Amazon SageMaker con ModelBuilder. También puede consultar el blog Package and 
deploy modelos de ML clásicos y LLM fácilmente con SageMaker — Part 1 para obtener más 
información.

En los ejemplos siguientes se describen ambos métodos para crear el modelo y desplegar el 
objeto del modelo. Para implementar un modelo de estas formas, siga estos pasos:

1. Defina los recursos de punto final que se van a asignar al modelo con un
ResourceRequirements objeto.

2. Cree un objeto modelo a partir de las ModelBuilder clases Model o. El
ResourceRequirements objeto se especifica en la configuración del modelo.

3. Implemente el modelo en un punto final mediante el deploy método del Model objeto.

boto3 inference components

Los ejemplos siguientes muestran cómo asignar un modelo a un componente de inferencia y, a 
continuación, implementar el componente de inferencia en un punto final. Para implementar un 
modelo de esta manera, siga estos pasos:

1. (Opcional) Cree un objeto SageMaker modelo mediante el create_modelmétodo.

2. Especifique la configuración de su punto final mediante la creación de un objeto de 
configuración de punto final. Para crear uno, utilice el create_endpoint_configmétodo.

3. Cree su punto final mediante el create_endpointmétodo y, en su solicitud, proporcione la 
configuración del punto final que creó.

4. Cree un componente de inferencia mediante el create_inference_component método. 
En la configuración, se especifica un modelo mediante una de las siguientes acciones:

• Especificar un objeto de SageMaker modelo

• Especificar el URI de la imagen del modelo y la URL de S3
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También se asignan recursos de punto final al modelo. Al crear el componente de inferencia, 
se implementa el modelo en el punto final. Puede implementar varios modelos en un punto 
final mediante la creación de varios componentes de inferencia, uno para cada modelo.

boto3 models (without inference components)

Los ejemplos siguientes muestran cómo crear un objeto de modelo y, a continuación, 
implementar el modelo en un punto final. Para implementar un modelo de esta manera, siga estos 
pasos:

1. Cree un SageMaker modelo mediante el create_modelmétodo.

2. Especifique la configuración de su punto final mediante la creación de un objeto de 
configuración de punto final. Para crear uno, utilice el create_endpoint_configmétodo. 
En la configuración del punto final, se asigna el objeto modelo a una variante de producción.

3. Cree su punto final mediante el create_endpointmétodo. En su solicitud, proporcione la 
configuración del punto final que creó.

Al crear el punto final, SageMaker aprovisiona los recursos del punto final y este despliega el 
modelo en el punto final.

Configuración

Los siguientes ejemplos configuran los recursos que necesita para implementar un modelo en un 
punto final.

SageMaker Python SDK

El siguiente ejemplo asigna recursos de punto final a un modelo con un
ResourceRequirements objeto. Estos recursos incluyen núcleos de CPU, aceleradores y 
memoria. A continuación, el ejemplo crea un objeto modelo a partir de la Model clase. Como 
alternativa, puede crear un objeto modelo creando una instancia de la ModelBuilderclase y 
ejecutándolobuild; este método también se muestra en el ejemplo. ModelBuilderproporciona 
una interfaz unificada para el empaquetado de modelos y, en este caso, prepara un modelo para 
la implementación de un modelo grande. El ejemplo se utiliza ModelBuilder para construir 
un modelo de Hugging Face. (También puedes pasar un JumpStart modelo). Una vez creado 
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el modelo, puede especificar los requisitos de recursos en el objeto del modelo. En el siguiente 
paso, utilizará este objeto para implementar el modelo en un punto final.

resources = ResourceRequirements( 
    requests = { 
        "num_cpus": 2,  # Number of CPU cores required: 
        "num_accelerators": 1, # Number of accelerators required 
        "memory": 8192,  # Minimum memory required in Mb (required) 
        "copies": 1, 
    }, 
    limits = {},
)

now = datetime.now()
dt_string = now.strftime("%d-%m-%Y-%H-%M-%S")
model_name = "my-sm-model"+dt_string

# build your model with Model class
model = Model( 
    name = "model-name", 
    image_uri = "image-uri", 
    model_data = model_url, 
    role = "arn:aws:iam::111122223333:role/service-role/role-name", 
    resources = resources, 
    predictor_cls = Predictor,
) 
                         
# Alternate mechanism using ModelBuilder
# uncomment the following section to use ModelBuilder
/*
model_builder = ModelBuilder( 
    model="<HuggingFace-ID>", # like "meta-llama/Llama-2-7b-hf" 
    schema_builder=SchemaBuilder(sample_input,sample_output), 
    env_vars={ "HUGGING_FACE_HUB_TOKEN": "<HuggingFace_token>}" }
)

# build your Model object
model = model_builder.build()

# create a unique name from string 'mb-inference-component'
model.model_name = unique_name_from_base("mb-inference-component")

# assign resources to your model
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model.resources = resources
*/

boto3 inference components

El siguiente ejemplo configura un punto final con el create_endpoint_config método. Esta 
configuración se asigna a un punto final al crearlo. En la configuración, se definen una o más 
variantes de producción. Para cada variante, puedes elegir el tipo de instancia que deseas que 
Amazon SageMaker aprovisione y puedes habilitar el escalado de instancias gestionado.

endpoint_config_name = "endpoint-config-name"
endpoint_name = "endpoint-name"
inference_component_name = "inference-component-name"
variant_name = "variant-name"

sagemaker_client.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name, 
    ExecutionRoleArn = "arn:aws:iam::111122223333:role/service-role/role-name", 
    ProductionVariants = [ 
        { 
            "VariantName": variant_name, 
            "InstanceType": "ml.p4d.24xlarge", 
            "InitialInstanceCount": 1, 
            "ManagedInstanceScaling": { 
                "Status": "ENABLED", 
                "MinInstanceCount": 1, 
                "MaxInstanceCount": 2, 
            }, 
        } 
    ],
)

boto3 models (without inference components)

Example definición del modelo

El siguiente ejemplo define un SageMaker modelo con el create_model método deAWS SDK 
for Python (Boto3).

model_name = "model-name"

create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
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    ExecutionRoleArn = "arn:aws:iam::111122223333:role/service-role/role-name", 
    PrimaryContainer = { 
        "Image": "image-uri", 
        "ModelDataUrl": model_url, 
    }
)

En este ejemplo se especifica lo siguiente:

• ModelName: un nombre para el modelo (en este ejemplo, se almacena como una variable de 
cadena llamada model_name).

• ExecutionRoleArn: El nombre del recurso de Amazon (ARN) de la función de IAM que 
Amazon SageMaker puede asumir para acceder a los artefactos del modelo y a las imágenes 
de Docker para su implementación en instancias de procesamiento de aprendizaje automático 
o para trabajos de transformación por lotes.

• PrimaryContainer: la ubicación de la imagen de Docker principal que contiene el código 
de inferencia, los artefactos asociados y mapas de entorno personalizados que el código de 
inferencia utiliza cuando el modelo se implementa para predicciones.

Example configuración de punto de enlace

En el siguiente ejemplo, se configura un punto final con el método. create_endpoint_config
Amazon SageMaker usa esta configuración para implementar modelos. En la configuración, 
identificas uno o más modelos, creados con el create_model método, para implementar los 
recursos que deseas que Amazon SageMaker aprovisione.

endpoint_config_response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName = "endpoint-config-name",  
    # List of ProductionVariant objects, one for each model that you want to host at 
 this endpoint: 
    ProductionVariants = [ 
        { 
            "VariantName": "variant-name", # The name of the production variant. 
            "ModelName": model_name,  
            "InstanceType": "ml.p4d.24xlarge", 
            "InitialInstanceCount": 1 # Number of instances to launch initially. 
        } 
    ]
)
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En este ejemplo se especifican las siguientes claves para el ProductionVariants campo:

• VariantName: el nombre de la variante de producción.

• ModelName: el nombre del modelo que se desea alojar. Este es el nombre que ha especificado 
al crear el modelo.

• InstanceType: el tipo de instancia de cómputo. Consulte el InstanceType campo 
«SageMakerPrecios» para ver una lista de los tipos de instancias de procesamiento 
compatibles y los precios de cada tipo de instancia. https://docs.aws.amazon.com/sagemaker/ 
latest/APIReference/API_ProductionVariant.html

Implementación

En los siguientes ejemplos, se implementa un modelo en un punto final.

SageMaker Python SDK

En el siguiente ejemplo, se implementa el modelo en un punto final HTTPS en tiempo real con 
el deploy método del objeto del modelo. Si especifica un valor para el resources argumento 
tanto para la creación como para el despliegue del modelo, prevalecerán los recursos que 
especifique para el despliegue.

predictor = model.deploy( 
    initial_instance_count = 1, 
    instance_type = "ml.p4d.24xlarge",  
    endpoint_type = EndpointType.INFERENCE_COMPONENT_BASED, 
    resources = resources,
)

Para el instance_type campo, el ejemplo especifica el nombre del tipo de instancia Amazon 
EC2 del modelo. Para el initial_instance_count campo, especifica el número inicial de 
instancias en las que se ejecutará el punto final.

El siguiente ejemplo de código muestra otro caso en el que se implementa un modelo en un punto 
final y, a continuación, se implementa otro modelo en el mismo punto final. En este caso, debe 
proporcionar el mismo nombre de punto final a los deploy métodos de ambos modelos.

# Deploy the model to inference-component-based endpoint
falcon_predictor = falcon_model.deploy( 
    initial_instance_count = 1, 
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    instance_type = "ml.p4d.24xlarge",  
    endpoint_type = EndpointType.INFERENCE_COMPONENT_BASED, 
    endpoint_name = "<endpoint_name>" 
    resources = resources,
)

# Deploy another model to the same inference-component-based endpoint
llama2_predictor = llama2_model.deploy( # resources already set inside llama2_model 
    endpoint_type = EndpointType.INFERENCE_COMPONENT_BASED, 
    endpoint_name = "<endpoint_name>"  # same endpoint name as for falcon model
)

boto3 inference components

Una vez que tenga una configuración de punto final, utilice el método create_endpoint para crear 
su punto final. El nombre del punto final debe ser único Región de AWS en su cuenta. AWS

En el siguiente ejemplo, se crea un punto final utilizando la configuración de punto final 
especificada en la solicitud. Amazon SageMaker usa el punto de conexión para aprovisionar 
recursos.

sagemaker_client.create_endpoint( 
    EndpointName = endpoint_name, 
    EndpointConfigName = endpoint_config_name,
)

Una vez creado un punto final, puede implementar uno o varios modelos en él mediante 
la creación de componentes de inferencia. En el siguiente ejemplo, se crea uno con el
create_inference_component método.

sagemaker_client.create_inference_component( 
    InferenceComponentName = inference_component_name, 
    EndpointName = endpoint_name, 
    VariantName = variant_name, 
    Specification = { 
        "Container": { 
            "Image": "image-uri", 
            "ArtifactUrl": model_url, 
        }, 
        "ComputeResourceRequirements": { 
            "NumberOfCpuCoresRequired": 1,  
            "MinMemoryRequiredInMb": 1024
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        } 
    }, 
    RuntimeConfig = {"CopyCount": 2}
)

boto3 models (without inference components)

Example Implementación

Proporcione la configuración del punto final a SageMaker. El servicio inicia las instancias de 
cómputo de ML e implementa el modelo o los modelos según se especifica en la configuración.

Una vez que tenga el modelo y la configuración del punto final, utilice el método create_endpoint
para crear el punto final. El nombre del punto final debe ser único Región de AWS en su cuenta. 
AWS

En el siguiente ejemplo, se crea un punto final utilizando la configuración de punto final 
especificada en la solicitud. Amazon SageMaker usa el punto de conexión para aprovisionar 
recursos e implementar modelos.

create_endpoint_response = sagemaker_client.create_endpoint( 
    # The endpoint name must be unique within an AWS Region in your AWS account: 
    EndpointName = "endpoint-name" 
    # The name of the endpoint configuration associated with this endpoint: 
    EndpointConfigName = "endpoint-config-name") 

Implemente modelos con AWS CLI

Puede implementar un modelo en un punto final mediante elAWS CLI.

Información general

Al implementar un modelo conAWS CLI, puede implementarlo con o sin un componente de 
inferencia. En las siguientes secciones se resumen los comandos que se ejecutan para ambos 
enfoques. Estos comandos se muestran en los ejemplos siguientes.

With inference components

Para implementar un modelo con un componente de inferencia, haga lo siguiente:

1. (Opcional) Cree un modelo con el create-modelcomando.
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2. Especifique la configuración de su punto final mediante la creación de una configuración de 
punto final. Para crear uno, ejecute el create-endpoint-configcomando.

3. Cree su punto final mediante el create-endpointcomando. En el cuerpo del comando, 
especifique la configuración del punto final que creó.

4. Cree un componente de inferencia mediante el create-inference-component comando. 
En la configuración, se especifica un modelo mediante una de las siguientes acciones:

• Especificar un objeto de SageMaker modelo

• Especificar el URI de la imagen del modelo y la URL de S3

También se asignan recursos de punto final al modelo. Al crear el componente de inferencia, 
se implementa el modelo en el punto final. Puede implementar varios modelos en un punto 
final mediante la creación de varios componentes de inferencia, uno para cada modelo.

Without inference components

Para implementar un modelo sin usar un componente de inferencia, haga lo siguiente:

1. Cree un SageMaker modelo mediante el create-modelcomando.

2. Especifique la configuración de su punto final mediante la creación de un objeto de 
configuración de punto final. Para crear uno, utilice el create-endpoint-configcomando. 
En la configuración del punto final, se asigna el objeto modelo a una variante de producción.

3. Cree su punto final mediante el create-endpointcomando. En el cuerpo del comando, 
especifique la configuración del punto final que creó.

Al crear el punto final, SageMaker aprovisiona los recursos del punto final y este despliega el 
modelo en el punto final.

Configuración

Los siguientes ejemplos configuran los recursos que necesita para implementar un modelo en un 
punto final.

With inference components

Example create-endpoint-config comando

El siguiente ejemplo crea una configuración de punto final con el create-endpoint-configcomando.
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aws sagemaker create-endpoint-config \
--endpoint-config-name endpoint-config-name \
--execution-role-arn arn:aws:iam::111122223333:role/service-role/role-name\
--production-variants file://production-variants.json

En este ejemplo, el archivo production-variants.json define una variante de producción 
con el siguiente JSON:

[ 
    { 
        "VariantName": "variant-name", 
        "ModelName": "model-name", 
        "InstanceType": "ml.p4d.24xlarge", 
        "InitialInstanceCount": 1
    }
]

Si el comando se ejecuta correctamente, AWS CLI responde con el ARN del recurso que ha 
creado.

{ 
    "EndpointConfigArn": "arn:aws:sagemaker:us-west-2:111122223333:endpoint-config/
endpoint-config-name"
}

Without inference components

Example comando create-model

En el siguiente ejemplo, se crea un modelo con el comando create-model.

aws sagemaker create-model \
--model-name model-name \
--execution-role-arn arn:aws:iam::111122223333:role/service-role/role-name \
--primary-container "{ \"Image\": \"image-uri\", \"ModelDataUrl\": \"model-s3-
url\"}"

Si el comando se ejecuta correctamente, AWS CLI responde con el ARN del recurso que ha 
creado.

{ 

Implemente modelos 4270

https://docs.aws.amazon.com/cli/latest/reference/sagemaker/create-model.html


Amazon SageMaker Guía para desarrolladores

    "ModelArn": "arn:aws:sagemaker:us-west-2:111122223333:model/model-name"
}

Example create-endpoint-config comando

El siguiente ejemplo crea una configuración de punto final con el create-endpoint-configcomando.

aws sagemaker create-endpoint-config \
--endpoint-config-name endpoint-config-name \
--production-variants file://production-variants.json

En este ejemplo, el archivo production-variants.json define una variante de producción 
con el siguiente JSON:

[ 
    { 
        "VariantName": "variant-name", 
        "ModelName": "model-name", 
        "InstanceType": "ml.p4d.24xlarge", 
        "InitialInstanceCount": 1
    }
]

Si el comando se ejecuta correctamente, AWS CLI responde con el ARN del recurso que ha 
creado.

{ 
    "EndpointConfigArn": "arn:aws:sagemaker:us-west-2:111122223333:endpoint-config/
endpoint-config-name"
}

Implementación

Los siguientes ejemplos implementan un modelo en un punto final.

With inference components

Example comando create-endpoint

El siguiente ejemplo crea un punto final con el comando create-endpoint.
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aws sagemaker create-endpoint \
--endpoint-name endpoint-name \
--endpoint-config-name endpoint-config-name 

Si el comando se ejecuta correctamente, AWS CLI responde con el ARN del recurso que ha 
creado.

{ 
    "EndpointArn": "arn:aws:sagemaker:us-west-2:111122223333:endpoint/endpoint-name"
}

Example create-inference-component comando

El siguiente ejemplo crea un componente de inferencia con el create-inference-component 
comando.

aws sagemaker create-inference-component \
--inference-component-name inference-component-name \
--endpoint-name endpoint-name \
--variant-name variant-name \
--specification file://specification.json \
--runtime-config "{\"CopyCount\": 2}"

En este ejemplo, el archivo specification.json define el contenedor y los recursos de 
cómputo con el siguiente JSON:

{ 
    "Container": { 
        "Image": "image-uri", 
        "ArtifactUrl": "model-s3-url" 
    }, 
    "ComputeResourceRequirements": { 
        "NumberOfCpuCoresRequired": 1, 
        "MinMemoryRequiredInMb": 1024 
    }
}

Si el comando se ejecuta correctamente, AWS CLI responde con el ARN del recurso que ha 
creado.

{ 
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    "InferenceComponentArn": "arn:aws:sagemaker:us-west-2:111122223333:inference-
component/inference-component-name"
}

Without inference components

Example comando create-endpoint

El siguiente ejemplo crea un punto final con el comando create-endpoint.

aws sagemaker create-endpoint \
--endpoint-name endpoint-name \
--endpoint-config-name endpoint-config-name 

Si el comando se ejecuta correctamente, AWS CLI responde con el ARN del recurso que ha 
creado.

{ 
    "EndpointArn": "arn:aws:sagemaker:us-west-2:111122223333:endpoint/endpoint-name"
}

Qué hacer a continuación

• Invoca puntos finales en tiempo real

• Gestione los puntos finales en tiempo real

• Escala automáticamente los SageMaker modelos de Amazon

Invoque modelos para inferencias en tiempo real

Después de implementar el modelo mediante los servicios de SageMaker alojamiento, puede 
probarlo en ese punto final enviándole datos de prueba. Puede probar sus puntos de enlace con 
Amazon SageMaker Studio Classic, los AWS SDK o el. AWS CLI

Invoque su terminal con Amazon SageMaker Studio Classic

Tras implementar el modelo en un punto final, puede comprobarlo con Amazon SageMaker Studio 
Classic.
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Note

Nota: SageMaker solo admite pruebas de puntos de enlace con Amazon SageMaker Studio 
Classic para puntos de enlace en tiempo real.

Para enviar una solicitud de inferencia de prueba a su punto de conexión

1. Inicie Amazon SageMaker Studio Classic.

2. En la sección Inicio del panel de navegación de la izquierda, seleccione Implementaciones.

3. En el menú desplegable, selecciona Puntos de conexión.

4. Busque su punto de conexión por nombre y elija el nombre en la tabla. Los nombres de los 
puntos de conexión que aparecen en el panel Puntos de conexión se definen al implementar 
un modelo. El espacio de trabajo de Studio abre la página Puntos de conexión en una pestaña 
nueva.

5. En la pestaña Infeferencia de prueba, envíe una solicitud al punto de conexión proporcionando 
datos de ejemplo en formato JSON. Utilice el editor JSON para enviar una solicitud al punto de 
conexión.

6. (Opcional) Puede suministrar una URL personalizada a la que enviar la solicitud. En la sección
Configurar URL y encabezados de punto de conexión, proporcione la URL donde está alojado 
el modelo en el campo URL personalizada. Deje este campo en blanco si utiliza un SageMaker 
punto final. En Encabezados, también puede añadir opcionalmente encabezados clave-valor 
para añadir información a la solicitud de inferencia.

7. Seleccione Enviar solicitud. Studio muestra el resultado de la inferencia en una tarjeta a la 
derecha del editor JSON.

La parte superior de la tarjeta muestra el tipo de solicitud que se envió al punto de conexión (solo se 
acepta JSON). La tarjeta muestra los campos siguientes:

• Estado: muestra uno de los siguientes tipos de estado:

• Complete: la solicitud se ha realizado correctamente.

• Failed: error en la solicitud. Aparece una respuesta en Motivo del error.

• Pending: mientras la solicitud de inferencia está pendiente, el estado muestra un icono circular 
giratorio.
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• Duración de la ejecución: tiempo que duró la invocación (hora de finalización menos hora de inicio) 
en milisegundos.

• Tiempo de solicitud: cuántos minutos han transcurrido desde que se envió la solicitud.

• Tiempo de resultado: cuántos minutos han transcurrido desde que se envió la solicitud.

Invocar un punto de conexión mediante AWS SDK for Python (Boto3)

Después de implementar el modelo en un punto final, puede comprobarlo mediante uno de los AWS 
SDK, incluido elAWS SDK for Python (Boto3). Para probar el punto de conexión con este SDK, utilice 
uno de los siguientes métodos:

• invoke_endpoint: envía una solicitud de inferencia a un punto de conexión del modelo y 
devuelve la respuesta que genera el modelo. Este método devuelve la carga útil de inferencia 
como respuesta cuando el modelo termina de generarla. Para obtener más información, consulte
invoke_endpoint en la Referencia de la API del SDK AWS para Python (Boto3).

• invoke_endpoint_with_response_stream: envía una solicitud de inferencia a un punto 
de conexión del modelo y transmite en streaming la respuesta en partes incrementales mientras 
el modelo genera la inferencia. Con este método, la aplicación cliente comienza a recibir 
inmediatamente partes de la respuesta a medida que están disponibles. El cliente no necesita 
esperar a que el modelo genere toda la carga útil de la respuesta. Puede implementar la 
transmisión en streaming para que admita experiencias interactivas rápidas, como chatbots, 
asistentes virtuales y generadores de música.

Utilice este método únicamente para invocar modelos que admitan streaming de inferencias.

Cuando un contenedor gestiona una solicitud de inferencia de streaming, devuelve la inferencia 
del modelo como una serie de partes de forma incremental a medida que el modelo las genera. 
Las aplicaciones cliente comienzan a recibir respuestas inmediatamente cuando están disponibles. 
No necesitan esperar a que el modelo genere la respuesta completa. Puede implementar la 
transmisión en streaming para que admita experiencias interactivas rápidas, como chatbots, 
asistentes virtuales y generadores de música.

Para poder utilizar estos métodos en el código de su cliente, debe crear un cliente SageMaker 
Runtime y especificar el nombre de su punto final. En el siguiente ejemplo, se configuran el cliente y 
el punto de conexión para el resto de los ejemplos:

import boto3
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# Create a low-level client representing Amazon SageMaker Runtime
sagemaker_runtime = boto3.client( 
    "sagemaker-runtime", region_name='aws_region')

# The endpoint name must be unique within  
# an AWS Region in your AWS account.  
endpoint_name='endpoint-name'

Invocar para obtener una respuesta de inferencia

En el siguiente ejemplo se utiliza el método invoke_endpoint para invocar un punto de conexión 
con AWS SDK for Python (Boto3):

# Gets inference from the model hosted at the specified endpoint:
response = sagemaker_runtime.invoke_endpoint( 
    EndpointName=endpoint_name,  
    Body=bytes('{"features": ["This is great!"]}', 'utf-8') 
    )

# Decodes and prints the response body:
print(response['Body'].read().decode('utf-8'))

En este ejemplo, se proporcionan datos de entrada en el Body campo SageMaker para pasarlos al 
modelo. Estos datos deben tener el mismo formato que se utilizó para el entrenamiento. El ejemplo 
almacena la respuesta en la variable response.

La variable response proporciona acceso al estado HTTP, al nombre del modelo implementado y a 
otros campos. El siguiente fragmento de código imprime HTTPStatusCode:

print(response["HTTPStatusCode"])

Invocar para transmitir una respuesta de inferencia

Si implementó un modelo que admite streaming de inferencias, puede invocar el modelo para 
recibir su carga útil de inferencia como un flujo de partes. El modelo entrega estas partes de 
forma incremental a medida que las genera. Cuando una aplicación recibe un flujo de inferencia, 
no necesita esperar a que el modelo genere toda la carga útil de respuesta. Por el contrario, 
la aplicación comienza a recibir inmediatamente partes de la respuesta a medida que están 
disponibles.
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Al consumir un flujo de inferencia en la aplicación, puede crear interacciones en las que los usuarios 
perciban que la inferencia es rápida, ya que obtienen la primera parte de forma inmediata. Por 
ejemplo, puede crear un chatbot que muestre de forma incremental el texto generado por un modelo 
de lenguaje grande (LLM).

Para obtener un flujo de inferencia, puede emplear el método
invoke_endpoint_with_response_stream del SDK para Python (Boto3). En el cuerpo de la 
respuesta, el SDK proporciona un objeto EventStream, que proporciona la inferencia en forma de 
una serie de objetos PayloadPart.

Example Flujo de inferencia

A continuación se muestra un ejemplo de objetos PayloadPart:

{'PayloadPart': {'Bytes': b'{"outputs": [" a"]}\n'}}
{'PayloadPart': {'Bytes': b'{"outputs": [" challenging"]}\n'}}
{'PayloadPart': {'Bytes': b'{"outputs": [" problem"]}\n'}}
. . .

En cada parte de la carga útil, el campo Bytes proporciona una parte de la respuesta de inferencia 
del modelo. Esta parte puede ser cualquier tipo de contenido que genere un modelo, como datos de 
texto, imagen o audio. En este ejemplo, las partes son objetos JSON que contienen texto generado a 
partir de un LLM.

La parte de carga útil suele contener un fragmento discreto de datos del modelo. En este ejemplo, los 
fragmentos discretos son objetos JSON completos. Algunas veces, la respuesta de streaming divide 
los fragmentos en varias partes de la carga útil o combina varios fragmentos en una sola parte de la 
carga útil. En el siguiente ejemplo se muestra un fragmento de datos en formato JSON dividido en 
dos partes de carga útil:

{'PayloadPart': {'Bytes': b'{"outputs": '}}
{'PayloadPart': {'Bytes': b'[" problem"]}\n'}}

Cuando escriba el código de una aplicación que procesa un flujo de inferencia, incluya la lógica que 
gestiona estas divisiones y combinaciones ocasionales de los datos. Como estrategia, puede escribir 
código que concatene el contenido de Bytes mientras la aplicación recibe las partes de la carga. Al 
concatenar aquí los datos JSON del ejemplo, se combinan los datos en un cuerpo JSON delimitado 
por nuevas líneas. A continuación, el código podría procesar el flujo analizando todo el objeto JSON 
en cada línea.
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El siguiente ejemplo muestra el JSON delimitado por nuevas líneas que crearía al concatenar el 
contenido del ejemplo de Bytes:

{"outputs": [" a"]}
{"outputs": [" challenging"]}
{"outputs": [" problem"]}
. . .

Example Código para procesar un flujo de inferencia

El siguiente ejemplo de clase de Python, SmrInferenceStream, demuestra cómo se puede 
procesar un flujo de inferencia que envía datos de texto en formato JSON:

import io
import json

# Example class that processes an inference stream:
class SmrInferenceStream: 
     
    def __init__(self, sagemaker_runtime, endpoint_name): 
        self.sagemaker_runtime = sagemaker_runtime 
        self.endpoint_name = endpoint_name 
        # A buffered I/O stream to combine the payload parts: 
        self.buff = io.BytesIO()  
        self.read_pos = 0 
         
    def stream_inference(self, request_body): 
        # Gets a streaming inference response  
        # from the specified model endpoint: 
        response = self.sagemaker_runtime\ 
            .invoke_endpoint_with_response_stream( 
                EndpointName=self.endpoint_name,  
                Body=json.dumps(request_body),  
                ContentType="application/json" 
        ) 
        # Gets the EventStream object returned by the SDK: 
        event_stream = response['Body'] 
        for event in event_stream: 
            # Passes the contents of each payload part 
            # to be concatenated: 
            self._write(event['PayloadPart']['Bytes']) 
            # Iterates over lines to parse whole JSON objects: 
            for line in self._readlines(): 
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                resp = json.loads(line) 
                part = resp.get("outputs")[0] 
                # Returns parts incrementally: 
                yield part 
     
    # Writes to the buffer to concatenate the contents of the parts: 
    def _write(self, content): 
        self.buff.seek(0, io.SEEK_END) 
        self.buff.write(content) 

    # The JSON objects in buffer end with '\n'. 
    # This method reads lines to yield a series of JSON objects: 
    def _readlines(self): 
        self.buff.seek(self.read_pos) 
        for line in self.buff.readlines(): 
            self.read_pos += len(line) 
            yield line[:-1]

En este ejemplo se procesa el flujo de inferencia de la siguiente manera:

• Se inicializa con un cliente SageMaker Runtime y el nombre del punto final del modelo. Para poder 
obtener un flujo de inferencia, el modelo que aloja el punto de conexión debe admitir streaming de 
inferencia.

• En el método stream_inference de ejemplo, recibe un cuerpo de solicitud y lo pasa al método
invoke_endpoint_with_response_stream del SDK.

• Itera cada evento del objeto EventStream que devuelve el SDK.

• De cada evento, obtiene el contenido del objeto Bytes en el objeto PayloadPart.

• En el método _write de ejemplo, escribe en un búfer para concatenar el contenido de los objetos
Bytes. El contenido combinado forma un cuerpo JSON delimitado por nuevas líneas.

• Utiliza el método _readlines de ejemplo para obtener una serie iterable de objetos JSON.

• En cada objeto JSON, obtiene una parte de la inferencia.

• Con la expresión yield, devuelve las partes de forma incremental.

El siguiente ejemplo crea y utiliza un objeto SmrInferenceStream:

request_body = {"inputs": ["Large model inference is"], 
                "parameters": {"max_new_tokens": 100, 
                               "enable_sampling": "true"}}
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smr_inference_stream = SmrInferenceStream( 
    sagemaker_runtime, endpoint_name)
stream = smr_inference_stream.stream_inference(request_body)
for part in stream: 
    print(part, end='')

Este ejemplo pasa un cuerpo de solicitud al método stream_inference. Itera la respuesta para 
imprimir cada parte que devuelve el flujo de inferencia.

En el ejemplo se da por sentado que el modelo del punto de conexión especificado es un LLM que 
genera texto. El resultado de este ejemplo es un cuerpo de texto generado que se imprime de forma 
incremental:

a challenging problem in machine learning. The goal is to . . .

Invocar un punto de conexión mediante AWS CLI

Puede probar un punto de conexión ejecutando comandos con AWS Command Line Interface (AWS 
CLI). AWS CLI admite solicitudes de inferencia estándar con el comando invoke-endpoint y 
admite solicitudes de inferencia asincrónicas con el comando invoke-endpoint-async.

Note

AWS CLI no admite solicitudes de inferencia de streaming.

En el siguiente ejemplo se utiliza el comando invoke-endpoint para enviar una solicitud de 
inferencia a un punto de conexión del modelo:

aws sagemaker-runtime invoke-endpoint \ 
    --endpoint-name endpoint_name \ 
    --body fileb://$file_name \ 
     output_file.txt

Para el parámetro --endpoint-name, proporcione el nombre que especificó para EndpointName
cuando creó el punto de conexión con CreateEndpoint. Para el --body parámetro, proporcione 
los datos de entrada SageMaker para pasarlos al modelo. Los datos deben tener el mismo formato 
que se utilizó para el entrenamiento. En este ejemplo se muestra cómo enviar datos binarios a su 
punto de conexión.
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Para obtener más información sobre cuándo utilizar file:// en lugar de fileb:// al pasar el 
contenido de un archivo a un parámetro de AWS CLI, consulte Prácticas recomendadas para los 
parámetros de archivos locales.

Para obtener más información y ver parámetros adicionales que puede pasar, consulte invoke-
endpoint en la Referencia de comandos de AWS CLI.

Si el comando invoke-endpoint se ejecuta correctamente, devuelve una respuesta similar a la 
siguiente:

{ 
    "ContentType": "<content_type>; charset=utf-8", 
    "InvokedProductionVariant": "<Variant>"
}

Si el comando no se ejecuta correctamente, compruebe si la carga útil de entrada tiene el formato 
correcto.

Vea el resultado de la invocación comprobando el archivo de salida del archivo (output_file.txt
en este ejemplo).

more output_file.txt

Administre sus puntos finales

Después de implementar el modelo en un punto final, es posible que desee ver y administrar el punto 
final. Con SageMaker él, puede ver el estado y los detalles de su terminal, comprobar las métricas y 
los registros para supervisar el rendimiento de su punto final, actualizar los modelos implementados 
en su punto final y mucho más.

En la siguiente página, se describe cómo ver y realizar cambios en los puntos de conexión de forma 
interactiva mediante Amazon SageMaker Console o SageMaker Studio.

Gestiona los puntos de conexión en Studio SageMaker

En Amazon SageMaker Studio, puedes ver y gestionar tus puntos de enlace de SageMaker hosting. 
Para obtener más información sobre Studio, consulta Amazon SageMaker Studio.

Para encontrar la lista de sus puntos de conexión en SageMaker Studio, haga lo siguiente:
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1. Abre la aplicación Studio.

2. En el panel de navegación izquierdo, elija Implementaciones.

3. En el menú desplegable, elija Endpoints.

Se abre la página de puntos de conexión, en la que se muestran todos los puntos de conexión de 
alojamiento SageMaker . En esta página, puedes ver los puntos finales y su estado. También puede 
crear un nuevo punto final, editar un punto final existente o eliminar un punto final.

Para ver los detalles de un punto final específico, seleccione un punto final de la lista. En la página 
de detalles del punto final, obtendrá una visión general como la siguiente captura de pantalla.

La página de detalles de cada punto final contiene las siguientes pestañas de información:

Variantes (o modelos)

La pestaña Variantes (también llamada pestaña Modelos si su terminal tiene varios modelos 
implementados) muestra la lista de variantes de modelos o modelos actualmente implementados en 
su punto final. En la siguiente captura de pantalla, se muestra el aspecto de la sección de descripción 
general y modelos en un terminal con varios modelos implementados.
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Puede añadir o editar la configuración de cada variante o modelo. También puedes seleccionar una 
variante y activar una política de autoescalado predeterminada, que podrás editar más adelante en la 
pestaña Autoescalado.

Configuración

En la pestaña Configuración, puede ver la función de AWS IAM asociada al punto final, la AWS KMS 
clave utilizada para el cifrado (si corresponde), el nombre de la VPC y la configuración de aislamiento 
de la red.

Pruebe la inferencia

En la pestaña Prueba de inferencia, puede enviar una solicitud de inferencia de prueba a un modelo 
implementado. Esto resulta útil si desea comprobar que su punto final responde a las solicitudes de 
la forma esperada.

Para probar la inferencia, haga lo siguiente:

1. En la pestaña Probar inferencia del modelo, elija una de las siguientes opciones:

a. Seleccione Introducir el cuerpo de la solicitud si desea probar el punto final y recibir una 
respuesta a través de la interfaz de Studio.

b. Seleccione Copiar código de ejemplo (Python) si desea copiar un AWS SDK for Python 
(Boto3) ejemplo que pueda usar para invocar su punto final desde un entorno local y recibir 
una respuesta mediante programación.

2. En Modelo, selecciona el modelo que quieres probar en el punto final.

3. Si ha elegido el método de prueba de la interfaz de Studio, también puede elegir el tipo de 
contenido que desee para la respuesta en el menú desplegable.
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Tras configurar la solicitud, puede elegir Enviar solicitud (para recibir una respuesta a través de la 
interfaz de Studio) o Copiar para copiar el ejemplo de Python.

Si recibes una respuesta a través de la interfaz de Studio, tendrá el aspecto que se muestra en la 
siguiente captura de pantalla.

Escalado automático

En la pestaña Autoscaling, puede ver cualquier política de autoescalado configurada para los 
modelos alojados en su endpoint. La siguiente captura de pantalla muestra la pestaña de escalado
automático.
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Puedes elegir Editar autoscalamiento para cambiar cualquiera de las políticas y activar o desactivar 
la política de autoescalado predeterminada.

Para obtener más información sobre el autoescalado para puntos de conexión en tiempo real, 
consulte Escalar automáticamente los modelos de Amazon. SageMaker Si no está seguro 
de cómo configurar una política de autoescalado para su terminal, puede utilizar un trabajo 
de recomendaciones de escalado automático de Inference Recommender para obtener 
recomendaciones para una política de autoescalado.

Gestione los puntos finales en la consola SageMaker

Para ver los puntos finales en la SageMaker consola, haga lo siguiente:

1. Ve a la SageMaker consola en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación de la izquierda, elija Inferencia.

3. En la lista del menú desplegable, seleccione Puntos de conexión.

4. En la página Puntos de conexión, elija su punto de conexión.

Debería abrirse la página de detalles del punto de conexión, en la que se mostrará un resumen del 
punto de conexión y las métricas que se han recopilado para él.

En las siguientes secciones se describen las pestañas de la página de detalles de los puntos finales.

Supervisión

Tras crear un punto de conexión de SageMaker alojamiento, puedes monitorizarlo mediante Amazon 
CloudWatch, que recopila datos sin procesar y los procesa para convertirlos en métricas legibles 
y prácticamente en tiempo real. Puede utilizar estas métricas para obtener acceso a información 
histórica y obtener una mejor perspectiva del rendimiento de su punto de conexión. Para obtener 
más información, consulta la Guía del CloudWatch usuario de Amazon.

En la pestaña Supervisión de la página de detalles del punto de conexión, puedes ver los datos de 
CloudWatch las métricas que se han recopilado en tu punto de conexión.

La pestaña Supervisión incluye las siguientes secciones:

• Métricas operativas: vea las métricas que rastrean la utilización de los recursos de su punto de 
conexión, como el uso de la CPU y de la memoria.
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• Métricas de invocación: vea las métricas que registran el número, la integridad y el estado de las 
solicitudes InvokeEndpoint que llegan a su punto de conexión, como los errores del modelo de 
invocación y la latencia del modelo.

• Métricas de salud: vea las métricas que rastrean el estado general de su punto de conexión, como 
los errores de invocación y los errores de notificación.

Para obtener descripciones detalladas de cada métrica, consulte Supervisar SageMaker con 
CloudWatch.

La siguiente captura de pantalla muestra la sección de Métricas operativas de un punto de conexión 
sin servidor.

Administre los puntos finales 4286

https://docs.aws.amazon.com/sagemaker/latest/dg/monitoring-cloudwatch.html
https://docs.aws.amazon.com/sagemaker/latest/dg/monitoring-cloudwatch.html


Amazon SageMaker Guía para desarrolladores

Administre los puntos finales 4287



Amazon SageMaker Guía para desarrolladores

Puede ajustar el Periodo y la Estadística del seguimiento que quiera realizar para las métricas de 
una sección determinada, así como el periodo de tiempo durante el que quiera ver los datos de 
las métricas. También puede agregar y eliminar widgets de métricas de la vista de cada sección 
seleccionando Agregar widget. En el cuadro de diálogo Agregar widget, puede seleccionar y 
deseleccionar las métricas que desee ver.

Las métricas disponibles pueden depender del tipo de punto de conexión. Por ejemplo, los puntos de 
conexión sin servidor tienen algunas métricas que no están disponibles para los puntos de conexión 
en tiempo real. Para obtener información de métricas más específica por tipo de punto de conexión, 
consulte las páginas siguientes:

• Monitorización de un punto de conexión sin servidor

• Monitorización de punto de conexión asíncrono

• Métricas de CW para implementaciones de puntos de conexión multimodelo

• Registros y métricas de canalización de inferencias

Configuración

Puede elegir la pestaña Configuración para ver información adicional sobre su punto de conexión, 
como los ajustes de captura de datos, la configuración del punto de conexión y las etiquetas.

Alarmas

En la pestaña Alarmas de la página de detalles de su terminal, puede ver y crear alarmas métricas 
de umbral estáticas sencillas, en las que puede especificar un valor de umbral para una métrica. Si 
la métrica supera el valor de umbral, la alarma pasa al estado ALARM. Para obtener más información 
sobre CloudWatch las alarmas, consulta Uso de CloudWatch las alarmas de Amazon.

En la sección de Resumen del punto de conexión, puede ver el campo Alarmas, que indica cuántas 
alarmas están activas actualmente en su punto de conexión.

Para ver qué alarmas están en el estado ALARM, seleccione la pestaña Alarmas. La pestaña Alarmas
le muestra una lista completa de las alarmas de sus punto de conexión, junto con detalles sobre 
su estado y condiciones. La siguiente captura de pantalla muestra una lista de las alarmas de esta 
sección que se han configurado para un punto de conexión.
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El estado de una alarma puede ser In alarm, OK o Insufficient data si no se están 
recopilando suficientes datos de métricas.

Para crear una nueva alarma para su punto de conexión, haga lo siguiente:

1. En la pestaña Alarmas, elija Crear alarma.

2. Se abre la página Crear alarma. En Nombre de la alarma, escriba un nombre para la alarma.

3. (Opcional) Escriba una descripción de la alarma.

4. En Metric, elija la CloudWatch métrica de la que quiere que se registre la alarma.

5. En Nombre de variante, elija la variante del modelo de punto de conexión que desee supervisar.

6. En Estadística, elija una de las estadísticas disponibles para la métrica que seleccionó.

7. En Periodo, elija el periodo de tiempo que se utilizará para calcular cada valor estadístico. 
Por ejemplo, si elige la estadística Promedio y un período de 5 minutos, cada punto de datos 
monitoreado por la alarma es el promedio de los puntos de datos de la métrica en intervalos de 5 
minutos.

8. Para Periodos de evaluación, introduzca el número de puntos de datos que desea que la alarma 
tenga en cuenta al evaluar si debe entrar en el estado de alarma o no.

9. En Condición, elija la condición que desee usar para el umbral de alarma.

10. En Valor de umbral, introduzca el valor deseado para su umbral.

11. (Opcional) En Notificación, puede elegir Agregar notificación para crear o especificar un tema de 
Amazon SNS que reciba una notificación cuando cambie el estado de la alarma.

12. Elija Crear alarma.
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Tras crear la alarma, puede volver a la pestaña Alarmas para ver su estado en cualquier momento. 
En esta sección, también puede seleccionar la alarma y editarla o eliminarla.

Opciones de alojamiento

En los siguientes temas se describen las opciones de alojamiento en SageMaker tiempo real 
disponibles y cómo configurar, invocar y eliminar cada opción de alojamiento.

Temas

• Alojar un solo modelo

• Alojar varios modelos en un contenedor detrás de un punto de conexión

• Aloje varios modelos que utilizan diferentes contenedores detrás de un punto de conexión

• Alojamiento de modelos junto con la lógica de preprocesamiento como una canalización de 
inferencia en serie detrás de un punto de conexión

• Eliminar puntos de conexión y recursos

Alojar un solo modelo

Puede crear, actualizar y eliminar puntos de enlace de inferencia en tiempo real que alojen un único 
modelo con Amazon SageMaker StudioAWS SDK for Python (Boto3), el SDK de SageMaker Python 
o el. AWS CLI Para ver procedimientos y ejemplos de código, consulte. Implemente modelos para 
inferencias en tiempo real

Alojar varios modelos en un contenedor detrás de un punto de conexión

Los puntos de conexión multimodelo proporcionan una solución escalable y rentable para 
implementar grandes cantidades de modelos. Utilizan la misma flota de recursos y un contenedor de 
servicio compartido para alojar todos sus modelos. Esto reduce los costes de alojamiento al mejorar 
la utilización del punto de conexión en comparación con el uso de puntos de conexión de modelo 
único. También reduce la sobrecarga de implementación porque Amazon SageMaker administra la 
carga de modelos en memoria y el escalado de los modelos en función de los patrones de tráfico el 
punto de conexión.

El siguiente diagrama muestra cómo funcionan los puntos de conexión multimodelo en comparación 
con los puntos de conexión de un solo modelo.
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Los puntos de conexión multimodelo son ideales para alojar una gran cantidad de modelos que 
utilizan el mismo marco de ML en un contenedor de servidores compartido. Si tiene una combinación 
de modelos a los que se accede con frecuencia y con poca frecuencia, un punto de conexión 
multimodelo puede atender este tráfico de manera eficiente con menos recursos y un mayor ahorro 
de costes. Su aplicación debe tolerar las penalizaciones de latencia ocasionales relacionadas con el 
arranque en frío que se producen al invocar modelos que se utilizan con poca frecuencia.

Los puntos de conexión multimodelo admiten el alojamiento de modelos respaldados tanto por 
CPU como por GPU. Al utilizar modelos respaldados por GPU, puede reducir los costes de 
implementación del modelo mediante un mayor uso del punto de conexión y sus instancias de 
computación acelerada subyacentes.

Los puntos de conexión multimodelo permiten compartir el tiempo de los recursos de memoria en 
todos los modelos. Esto funciona mejor cuando los modelos son bastante similares en tamaño 
y latencia de invocación. Cuando es el caso, los puntos de conexión multimodelo pueden usar 
eficazmente instancias en todos los modelos. Si tiene modelos que tienen transacciones por segundo 
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(TPS) o requisitos de latencia notablemente más altos, le recomendamos alojarlos en puntos de 
conexión dedicados.

Puede utilizar puntos de conexión multimodelo con las siguientes funciones:

• AWS PrivateLink y VPC

• Escalado automático

• Canalizaciones de inferencia en serie (pero solo se puede incluir un contenedor habilitado para 
varios modelos en una canalización de inferencia)

• Prueba A/B

No puede usar contenedores habilitados para varios modelos con Amazon Elastic Inference.

Puede utilizar AWS SDK for Python (Boto) o la consola de SageMaker para crear un punto de 
conexión multimodelo. Puede utilizar puntos de conexión multimodelo con respaldo de CPU, puede 
crear su punto de conexión con contenedores personalizados integrando la biblioteca Multi Model 
Server.

Temas

• Algoritmos, marcos e instancias compatibles

• Cuadernos de ejemplo para puntos de conexión multimodelo

• Cómo funcionan los puntos de conexión multimodelo

• Configuración del comportamiento de almacenamiento en caché de un modelo de punto de 
conexión multimodelo de Sagemaker

• Recomendaciones de instancia para implementaciones de puntos de conexión multimodelo

• Creación de un punto de conexión multimodelo

• Invocar un punto de conexión multimodelo

• Agregar o eliminar modelos

• Cree su propio contenedor para puntos de conexión multimodelo de SageMaker

• Seguridad de puntos de conexión multimodelo

• Métricas de CloudWatch para implementaciones de puntos de conexión multimodelo

• Establecer políticas de escalado automático para implementaciones de puntos de conexión 
multimodelo
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Algoritmos, marcos e instancias compatibles

Para obtener información sobre algoritmos, marcos y tipos de instancias que puedes usar con puntos 
de conexión multimodelo, consulte las siguientes secciones.

Algoritmos, marcos e instancias compatibles para puntos de conexión multimodelo que utilizan 
instancias respaldadas por CPU

Los contenedores de inferencia de los siguientes algoritmos y marcos admiten puntos de conexión 
multimodelo:

• Algoritmo XGBoost

• Algoritmo k vecinos más próximos (k-NN) (K-Nearest Neighbors)

• Algoritmo de aprendizaje lineal

• Algoritmo de bosque de corte aleatorio (RCF)

• TensorFlow Úselo con Amazon SageMaker

• Usa Scikit-learn con Amazon SageMaker

• Utilice Apache MXNet con Amazon SageMaker

• PyTorch Úselo con Amazon SageMaker

Para utilizar cualquier otro marco o algoritmo, use el conjunto de herramientas de inferencia 
de SageMaker para compilar un contenedor que admita puntos de conexión multimodelo. Para 
obtener información, consulte Cree su propio contenedor para puntos de conexión multimodelo de 
SageMaker.

Los puntos de conexión multimodelo admiten todos los tipos de instancias de CPU.

Algoritmos, marcos e instancias compatibles para puntos de conexión multimodelo que utilizan 
instancias respaldadas por GPU

El servidor SageMaker Triton Inference admite el alojamiento de varios modelos respaldados por 
GPU en puntos de conexión multimodelo. Es compatible con los principales marcos de inferencia, 
como NVIDIA® TensorRT™, PyTorch, MXNet, Python, ONNX, XGBoost, scikit-learn, RandomForest, 
OpenVINO, C++ personalizado, entre otros.

Para usar cualquier otro marco o algoritmo, puede usar el backend Triton para Python o C++ para 
escribir la lógica de su modelo y servir cualquier modelo personalizado. Una vez que tenga el 
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servidor listo, puede empezar a implementar cientos de modelos de aprendizaje profundo en un 
punto de conexión.

Los puntos de conexión multimodelo admiten los siguientes tipos de instancias de GPU:

Familia de 
instancias

Tipo de 
instancia

vCPU GiB de 
memoria por 
vCPU

GPU Memoria de 
GPU

p2 ml.p2.xlarge 4 15.25 1 12

p3 ml.p3.2xlarge 8 7,62 1 16

g5 ml.g5.xlarge 4 4 1 24

g5 ml.g5.2xlarge 8 4 1 24

g5 ml.g5.4xlarge 16 4 1 24

g5 ml.g5.8xlarge 32 4 1 24

g5 ml.g5.16x 
large

64 4 1 24

g4dn ml.g4dn.x 
large

4 4 1 16

g4dn ml.g4dn.2 
xlarge

8 4 1 16

g4dn ml.g4dn.4 
xlarge

16 4 1 16

g4dn ml.g4dn.8 
xlarge

32 4 1 16

g4dn ml.g4dn.1 
6xlarge

64 4 1 16
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Cuadernos de ejemplo para puntos de conexión multimodelo

Para obtener más información sobre cómo usar puntos de conexión multimodelo, puede probar los 
siguientes cuadernos de ejemplo:

• Ejemplos para puntos de conexión multimodelo que utilizan instancias respaldadas por CPU:

• Cuaderno de muestra XGBoost para puntos de conexión multimodelo: este cuaderno muestra 
cómo implementar varios modelos XGBoost en un punto de conexión.

• Cuaderno de muestra BYOC de para puntos de conexión multimodelo: este cuaderno muestra 
cómo configurar e implementar un contenedor de clientes que admita puntos de conexión 
multimodelo en SageMaker.

• Ejemplo para puntos de conexión multimodelo que utilizan instancias respaldadas por GPU:

• Ejecute varios modelos de aprendizaje profundo en las GPU con puntos de conexión 
multimodelo (MME) de Amazon Sagemaker: en este cuaderno se muestra cómo utilizar un 
contenedor de inferencias NVIDIA Triton para implementar modelos de ResNet-50 en un punto 
de conexión multimodelo.

Para obtener instrucciones sobre cómo crear y obtener acceso a instancias de cuaderno de 
Jupyter que puede utilizar para ejecutar el ejemplo en SageMaker, consulte Instancias de Amazon 
SageMaker Notebook. Una vez que haya creado una instancia de cuadernos y la haya abierto, 
seleccione la pestaña Ejemplos de SageMaker para ver una lista de todas las muestras de 
SageMaker. Los cuadernos de punto de conexión multimodelo se encuentran en la sección
FUNCIONALIDAD AVANZADA. Para abrir un bloc de notas, elija su pestaña Usar y, a continuación,
Crear copia.

Para obtener más información sobre casos de uso de puntos de conexión multimodelo, consulte los 
siguientes blogs y recursos:

• Vídeo: Alojar miles de modelos en SageMaker

• Vídeo: SageMaker ML para SaaS

• Blog: Cómo escalar la inferencia de machine learning para casos de uso de SaaS multiusuario

• Caso práctico: Veeva Systems
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Cómo funcionan los puntos de conexión multimodelo

SageMaker administra el ciclo de vida de los modelos alojados en puntos de conexión multimodelo 
en la memoria del contenedor. En lugar de descargar todos los modelos de un bucket de Amazon S3 
al contenedor al crear el punto de conexión, SageMaker los carga dinámicamente y los almacena en 
caché cuando los invoca. Cuando SageMaker recibe una solicitud de invocación para un modelo en 
particular, hace lo siguiente:

1. Enruta la solicitud a una instancia detrás del punto de conexión.

2. Descarga el modelo desde el bucket de S3 al volumen de almacenamiento de esa instancia.

3. Carga el modelo en la memoria del contenedor (CPU o GPU, dependiendo de si tiene instancias 
respaldadas por CPU o GPU) de esa instancia de computación acelerada. Si el modelo ya está 
cargado en la memoria del contenedor, la invocación es más rápida porque SageMaker no 
necesita descargarlo y cargarlo.

SageMaker continúa enrutando las solicitudes de un modelo a la instancia en la que el modelo ya 
está cargado. Sin embargo, si el modelo recibe muchas solicitudes de invocación y hay instancias 
adicionales para el punto de conexión multimodelo, SageMaker enruta algunas solicitudes a otra 
instancia para acomodar el tráfico. Si el modelo aún no está cargado en la segunda instancia, el 
modelo se descarga en el volumen de almacenamiento de esa instancia y se carga en la memoria 
del contenedor.

Cuando la utilización de memoria de una instancia es alta y SageMaker necesita cargar otro modelo 
en la memoria, descarga los modelos no utilizados del contenedor de esa instancia para asegurarse 
de que hay suficiente memoria para cargar el modelo. Los modelos que se descargan permanecen 
en el volumen de almacenamiento de la instancia y se pueden cargar en la memoria del contenedor 
más adelante sin volver a descargarse desde el bucket S3. Si el volumen de almacenamiento de 
la instancia alcanza su capacidad, SageMaker elimina los modelos no utilizados del volumen de 
almacenamiento.

Para eliminar un modelo, deje de enviar solicitudes y elimínelo del bucket de S3. Sagemaker ofrece 
la capacidad de punto de conexión multimodelo en un contenedor de servicio. Al agregar modelos 
a un punto de conexión multimodelo y eliminarlos del mismo, no es necesario actualizar el punto de 
conexión en sí. Para añadir un modelo, se carga en el bucket S3 y se empieza a invocar. No necesita 
cambios de código para usarlo.
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Note

Al actualizar un punto de conexión multimodelo, las solicitudes de invocación iniciales en 
el punto de conexión pueden experimentar latencias más altas, ya que Smart Routing en 
los puntos de conexión multimodelo se adapta a su patrón de tráfico. Sin embargo, una vez 
que conozca su patrón de tráfico, podrá experimentar latencias bajas en los modelos que 
utilice con más frecuencia. Los modelos que se utilizan con menos frecuencia pueden sufrir 
algunas latencias de arranque en frío, ya que los modelos se cargan dinámicamente en una 
instancia.

Configuración del comportamiento de almacenamiento en caché de un modelo de punto de conexión 
multimodelo de Sagemaker

De forma predeterminada, los puntos de conexión multimodelo almacenan en caché los modelos 
que se utilizan con más frecuencia en la memoria (CPU o GPU, dependiendo de si tiene instancias 
respaldadas por CPU o GPU) y en disco para proporcionar inferencias de baja latencia. Los modelos 
en caché se descargan y/o eliminan del disco solo cuando un contenedor se queda sin memoria o 
espacio en disco para adaptarse a un nuevo modelo de destino.

Puede cambiar el comportamiento de almacenamiento en caché de un punto de conexión 
multimodelo y habilitar o deshabilitar explícitamente el almacenamiento en caché del modelo 
configurando el parámetro ModelCacheSetting al llamar a create_model.

Recomendamos establecer el valor del parámetro ModelCacheSetting en Disabled para 
los casos de uso que no aprovechen el almacenamiento en caché del modelo. Por ejemplo, 
cuando es necesario servir una gran cantidad de modelos desde el punto de conexión, pero 
cada modelo se invoca solo una vez (o con muy poca frecuencia). En estos casos de uso, si se 
establece el valor del parámetro ModelCacheSetting en Disabled permite un mayor número de 
transacciones por segundo (TPS) para solicitudes invoke_endpoint, en comparación con el modo 
de almacenamiento en caché predeterminado. Un TPS más alto en estos casos de uso se debe a 
que SageMaker hace lo siguiente tras la solicitud invoke_endpoint:

• Descarga el modelo de la memoria de forma asíncrona y lo elimina del disco inmediatamente 
después de invocarlo.

• Proporciona una mayor simultaneidad para descargar y cargar modelos en el contenedor 
de inferencias. Tanto para los puntos de conexión respaldados por CPU como por GPU, la 
simultaneidad es un factor del número de vCPU de la instancia de contenedor.
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Para obtener instrucciones sobre cómo elegir un tipo de instancia de SageMaker ML para un punto 
de conexión multimodelo, consulte Recomendaciones de instancia para implementaciones de puntos 
de conexión multimodelo.

Recomendaciones de instancia para implementaciones de puntos de conexión multimodelo

Hay varios elementos que deben tenerse en cuenta al seleccionar un tipo de instancia SageMaker 
ML para un punto de conexión multimodelo:

• Aprovisione suficiente capacidad de Amazon Elastic Block Store (Amazon EBS) para todos los 
modelos que tenga que atender.

• Equilibre el rendimiento (minimice los inicios en frío) y el coste (no aprovisione en exceso 
la capacidad de instancia). Para obtener información sobre el tamaño del volumen de 
almacenamiento que SageMaker asocia para cada tipo de instancia para un punto de conexión y 
para un punto de conexión multimodelo, consulte Alojamiento de volúmenes de almacenamiento 
de instancias.

• Para un contenedor configurado para ejecutarse en modo MultiModel, el volumen 
de almacenamiento aprovisionado para sus instancias tiene más memoria que el modo
SingleModel predeterminado. Esto permite almacenar más modelos en caché en el volumen de 
almacenamiento de la instancia que en modo SingleModel.

Al elegir un tipo de instancia de SageMaker ML, tenga en cuenta lo siguiente:

• Actualmente, los puntos de conexión multimodelo se admiten en todos los tipos de instancias de 
CPU y en tipos de instancias de una sola GPU.

• Para la distribución del tráfico (patrones de acceso) a los modelos que desea alojar detrás del 
punto de conexión multimodelo, junto con el tamaño del modelo (cuántos modelos se pueden 
cargar en la memoria en la instancia), tenga en cuenta la siguiente información:

• Piense en la cantidad de memoria de una instancia como el espacio de caché para que se 
carguen los modelos y piense en la cantidad de vCPU como el límite de simultaneidad para 
realizar inferencias en los modelos cargados (suponiendo que la invocación de un modelo esté 
vinculada a la CPU).

• En el caso de las instancias respaldadas por CPU, la cantidad de vCPU afecta al número 
máximo de invocaciones simultáneas por instancia (suponiendo que la invocación de un modelo 
esté vinculada a la CPU). Una mayor cantidad de vCPU le permite invocar más modelos 
exclusivos de forma simultánea.
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• En el caso de instancias respaldadas por GPU, una mayor cantidad de memoria de GPU e 
instancia le permite tener más modelos cargados y listos para servir solicitudes de inferencia.

• En el caso de instancias respaldadas por CPU y GPU, tenga disponible memoria “holgada” 
para que los modelos no utilizados puedan descargarse, y especialmente para los puntos de 
conexión multimodelo con varias instancias. Si falla una instancia o una zona de disponibilidad, 
los modelos de esas instancias se redireccionarán a otras instancias situadas detrás del punto 
de conexión.

• Determine su tolerancia a tiempos de carga/descarga:

• Las familias de tipos de instancia d (por ejemplo, m5d, c5d o r5d) y g5s vienen con un SSD 
NVMe (memoria express no volátil), que ofrece un alto rendimiento de E/S y podría reducir el 
tiempo necesario para descargar modelos en el volumen de almacenamiento y para que el 
contenedor cargue el modelo desde el volumen de almacenamiento.

• Dado que los tipos de instancia d y g5 vienen con un almacenamiento SSD NVMe, SageMaker 
no asocia un volumen de almacenamiento de Amazon EBS a estas instancias de computación 
de ML que alojan el punto de conexión multimodelo. El escalado automático funciona mejor 
cuando los modelos tienen un tamaño similar y son homogéneos, es decir, cuando sus 
requisitos de recursos y latencia de inferencia son similares.

También puede utilizar las siguientes instrucciones para optimizar la carga de modelos en sus puntos 
de conexión multimodelo:

Elegir un tipo de instancia que no pueda almacenar todos los modelos de destino en la memoria

En algunos casos, podría optar por reducir costes eligiendo un tipo de instancia que no pueda 
contener todos los modelos de destino en memoria a la vez. Sagemaker descarga los modelos de 
forma dinámica cuando se queda sin memoria para dejar espacio para un nuevo modelo objetivo. En 
el caso de modelos que se solicitan con poca frecuencia, se sacrifica la latencia de carga dinámica. 
En los casos con necesidades de latencia más estrictas, puede optar por tipos de instancia más 
grandes o más instancias. Invertir tiempo por adelantado en las pruebas y el análisis del rendimiento 
le ayuda a realizar implementaciones de producción satisfactorias.

Evaluar los resultados de caché de su modelo

Las métricas de Amazon CloudWatch pueden ayudarle a evaluar sus modelos. Para obtener más 
información sobre las métricas que puede utilizar con puntos de conexión multimodelo, consulte
Métricas de CloudWatch para implementaciones de puntos de conexión multimodelo .
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Puede utilizar la estadística Average de la métrica ModelCacheHit para monitorizar la proporción 
de solicitudes en las que el modelo ya está cargado. Puede utilizar la estadística SampleCount de 
la métrica ModelUnloadingTime para monitorizar el número de solicitudes de descarga enviadas 
al contenedor durante un período de tiempo. Si los modelos se descargan con demasiada frecuencia 
(un indicador de pérdidas, donde los modelos se descargan y se cargan de nuevo porque no hay 
suficiente espacio en caché para el conjunto de modelos de trabajo), considere utilizar un tipo de 
instancia mayor con más memoria o aumentar el número de instancias detrás del punto de conexión 
multimodelo. En el caso de los puntos de conexión multimodelo con varias instancias, tenga en 
cuenta que un modelo puede cargarse en más de una instancia.

Creación de un punto de conexión multimodelo

Puede utilizar la consola de SageMaker o AWS SDK for Python (Boto) para crear un punto de 
conexión multimodelo. Para crear un punto de conexión respaldado por CPU o GPU a través de 
la consola, consulte el procedimiento de la consola en las siguientes secciones. Si desea crear un 
punto de conexión multimodelo con AWS SDK for Python (Boto), utilice el procedimiento de CPU 
o GPU de las siguientes secciones. Los flujos de trabajo de la CPU y GPU son similares, pero 
presentan varias diferencias, como los requisitos del contenedor.

Temas

• Creación de un punto de conexión multimodelo (consola)

• Crear un punto de conexión multimodelo mediante CPU con AWS SDK for Python (Boto3)

• Creación de un punto de conexión multimodelo mediante GPU con AWS SDK for Python (Boto3)

Creación de un punto de conexión multimodelo (consola)

Puede crear puntos de conexión multimodelo compatibles con la CPU y la GPU a través de la 
consola. Utilice el siguiente procedimiento para crear un punto de conexión multimodelo a través de 
la consola SageMaker.

Para crear un punto de conexión multimodelo (consola)

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Elija Modelo y, a continuación, en el grupo Inferencia, elija Crear modelo.

3. En Nombre del modelo, escriba un nombre.

4. Par el rol de IAM, escoja o cree un rol de IAM que tenga asociada la política de IAM
AmazonSageMakerFullAccess.
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5. En la sección Definición de contenedor, en Proporcionar opciones de imagen de inferencia y 
artefactos de modelo, elija Utilizar modelos múltiples.
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6. Para la Imagen del contenedor de inferencia, introduzca la ruta de Amazon ECR de la imagen de 
contenedor que desee.

Para los modelos de GPU, debe utilizar un contenedor respaldado por el servidor de inferencia 
NVIDIA Triton. Para obtener una lista de imágenes de contenedores que funcionan con 
terminales respaldados por GPU, consulte los contenedores de inferencia NVIDIA Triton (solo 
compatibles con SM). Para obtener más información sobre el servidor de inferencia NVIDIA 
Triton, consulte Uso del servidor de inferencia Triton con SageMaker.

7. Seleccione Crear modelo.

8. Implemente el punto de conexión multimodelo como lo haría con un punto de conexión de 
modelo único. Para obtener instrucciones, consulte Implemente el modelo en los servicios de 
SageMaker alojamiento.

Crear un punto de conexión multimodelo mediante CPU con AWS SDK for Python (Boto3)

Utilice la siguiente sección para crear un punto de conexión multimodelo respaldado por 
instancias de CPU. Se crea un punto de conexión multimodelo utilizando las API create_model,
create_endpoint_config y create_endpoint de Amazon SageMaker del mismo modo que 
se crearía un punto de conexión de modelo único, pero con dos cambios. Al definir el contenedor de 
modelos, debe transferir un nuevo valor de parámetro Mode, MultiModel. También debe transferir 
el campo ModelDataUrl que especifica el prefijo en Amazon S3 donde se encuentran los artefactos 
del modelo, en lugar de la ruta a un solo artefacto del modelo, como haría cuando se implementa un 
solo modelo.

Para ver un cuaderno de muestras que utiliza SageMaker para implementar varios modelos XGBoost 
en un punto de conexión, consulte Cuaderno de muestras de XGBoost de punto de conexión 
multimodelo.

En el siguiente procedimiento se describen los pasos clave utilizados en esa muestra para crear un 
punto de conexión multimodelo.

Para implementar el modelo (SDK AWS para Python (Boto 3))

1. Obtenga un contenedor con una imagen que permita implementar puntos de conexión 
multimodelo. Para obtener una lista de los algoritmos integrados y contenedores de marcos que 
admiten puntos de conexión multimodelo, consulte Algoritmos, marcos e instancias compatibles. 
Para este ejemplo, utilizamos el algoritmo integrado Algoritmo k vecinos más próximos (k-
NN) (K-Nearest Neighbors). Llamamos a la función de utilidad de SDK de Sagemaker Python
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image_uris.retrieve() para obtener la dirección de la imagen del algoritmo integrado K-
Nearest Neighbors.

import sagemaker
region = sagemaker_session.boto_region_name
image = sagemaker.image_uris.retrieve("knn",region=region)
container = {  
              'Image':        image, 
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
              'Mode':         'MultiModel' 
            }

2. Obtenga un cliente AWS SDK for Python (Boto3) de SageMaker y cree el modelo que utiliza este 
contenedor.

import boto3
sagemaker_client = boto3.client('sagemaker')
response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [container])

3. (Opcional) Si usa una canalización de inferencia en serie, obtenga los contenedores 
adicionales que se incluirán en la canalización e inclúyalos en el argumento Containers de
CreateModel:

preprocessor_container = {  
               'Image': 
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<PREPROCESSOR_IMAGE>:<TAG>' 
            }

multi_model_container = {  
              'Image': 
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<IMAGE>:<TAG>', 
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
              'Mode':         'MultiModel' 
            }

response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [preprocessor_container, multi_model_container] 
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            )

Note

Solo puede utilizar un punto de conexión habilitado para varios modelos en una 
canalización de inferencia en serie.

4. (Opcional) Si su caso de uso no aprovecha almacenamiento en caché del modelo, defina el 
valor del campo ModelCacheSetting del parámetro MultiModelConfig en Disabled e 
inclúyalo en el argumento Container de la llamada a create_model. El valor predeterminado 
del campo ModelCacheSetting es Enabled.

container = {  
                'Image': image,  
                'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
                'Mode': 'MultiModel'  
                'MultiModelConfig': { 
                        // Default value is 'Enabled' 
                        'ModelCacheSetting': 'Disabled' 
                } 
           }

response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [container] 
            )

5. Configure el punto de conexión multimodelo para el modelo. Recomendamos configurar los 
puntos de conexión con al menos dos instancias. Esto permite a SageMaker proporcionar 
un conjunto de predicciones de alta disponibilidad en varias zonas de disponibilidad para los 
modelos.

response = sagemaker_client.create_endpoint_config( 
                EndpointConfigName = '<ENDPOINT_CONFIG_NAME>', 
                ProductionVariants=[ 
                     { 
                        'InstanceType':        'ml.m4.xlarge', 
                        'InitialInstanceCount': 2, 
                        'InitialVariantWeight': 1, 
                        'ModelName':             '<MODEL_NAME>', 

Opciones de alojamiento 4304



Amazon SageMaker Guía para desarrolladores

                        'VariantName':          'AllTraffic' 
                      } 
                ] 
           )

Note

Solo puede utilizar un punto de conexión habilitado para varios modelos en una 
canalización de inferencia en serie.

6. Creación del punto de conexión multimodelo utilizando los parámetros EndpointName y
EndpointConfigName.

response = sagemaker_client.create_endpoint( 
              EndpointName       = '<ENDPOINT_NAME>', 
              EndpointConfigName = '<ENDPOINT_CONFIG_NAME>')

Creación de un punto de conexión multimodelo mediante GPU con AWS SDK for Python (Boto3)

Utilice la siguiente sección para crear un punto de conexión multimodelo respaldado por 
GPU. Se crea un punto de conexión multimodelo utilizando las API de create_model,
create_endpoint_config y create_endpoint de Amazon SageMaker del mismo modo que 
se crearía un punto de conexión de modelo único, pero con varios cambios. Al definir el contenedor 
de modelos, debe transferir un nuevo valor de parámetro Mode, MultiModel. También debe 
transferir el campo ModelDataUrl que especifica el prefijo en Amazon S3 donde se encuentran 
los artefactos del modelo, en lugar de la ruta a un solo artefacto del modelo, como haría cuando se 
implementa un solo modelo. En el caso de puntos de conexión multimodelo respaldados por GPU, 
también debe utilizar un contenedor con el servidor de inferencia NVIDIA Triton que esté optimizado 
para ejecutarse en instancias de GPU. Para obtener una lista de imágenes de contenedores que 
funcionan con terminales respaldados por GPU, consulte los contenedores de inferencia NVIDIA 
Triton (solo compatibles con SM).

Para ver un ejemplo de cuaderno que muestra cómo crear un punto de conexión multimodelo 
respaldado por GPU, consulte Ejecutar varios modelos de aprendizaje profundo en GPU con puntos 
de conexión multimodelo (MME) de Amazon Sagemaker.

En el siguiente procedimiento se describen los pasos clave para crear un punto de conexión 
multimodelo.
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Para implementar el modelo (SDK AWS para Python (Boto 3))

1. Defina la imagen del contenedor. Para crear un punto de conexión multimodelo con soporte de 
GPU para modelos ResNet, defina el contenedor para usar la imagen del servidor NVIDIA Triton. 
Este contenedor admite puntos de conexión multimodelo y está optimizado para ejecutarse 
en instancias de GPU. Llamamos a la función de utilidad de SDK de Sagemaker Python
image_uris.retrieve() para obtener la dirección de la imagen. Por ejemplo:

import sagemaker
region = sagemaker_session.boto_region_name

// Find the sagemaker-tritonserver image at  
// https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-triton/
resnet50/triton_resnet50.ipynb
// Find available tags at https://github.com/aws/deep-learning-containers/blob/
master/available_images.md#nvidia-triton-inference-containers-sm-support-only

image = "<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-
tritonserver:<TAG>".format( 
    account_id=account_id_map[region], region=region
)

container = {  
              'Image':        image, 
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
              'Mode':         'MultiModel', 
              "Environment": {"SAGEMAKER_TRITON_DEFAULT_MODEL_NAME": "resnet"}, 
            }

2. Obtenga un cliente AWS SDK for Python (Boto3) de SageMaker y cree el modelo que utiliza este 
contenedor.

import boto3
sagemaker_client = boto3.client('sagemaker')
response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [container])

3. (Opcional) Si usa una canalización de inferencia en serie, obtenga los contenedores 
adicionales que se incluirán en la canalización e inclúyalos en el argumento Containers de
CreateModel:
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preprocessor_container = {  
               'Image': 
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<PREPROCESSOR_IMAGE>:<TAG>' 
            }

multi_model_container = {  
              'Image': 
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<IMAGE>:<TAG>', 
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
              'Mode':         'MultiModel' 
            }

response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [preprocessor_container, multi_model_container] 
            )

Note

Solo puede utilizar un punto de conexión habilitado para varios modelos en una 
canalización de inferencia en serie.

4. (Opcional) Si su caso de uso no aprovecha almacenamiento en caché del modelo, defina el 
valor del campo ModelCacheSetting del parámetro MultiModelConfig en Disabled e 
inclúyalo en el argumento Container de la llamada a create_model. El valor predeterminado 
del campo ModelCacheSetting es Enabled.

container = {  
                'Image': image,  
                'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
                'Mode': 'MultiModel'  
                'MultiModelConfig': { 
                        // Default value is 'Enabled' 
                        'ModelCacheSetting': 'Disabled' 
                } 
           }

response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
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              ExecutionRoleArn = role, 
              Containers       = [container] 
            )

5. Configure el punto de conexión multimodelo con instancias respaldadas por GPU para el 
modelo. Recomendamos configurar los puntos de conexión con más de una instancia para 
permitir una alta disponibilidad y un mayor número de visitas a la memoria caché.

response = sagemaker_client.create_endpoint_config( 
                EndpointConfigName = '<ENDPOINT_CONFIG_NAME>', 
                ProductionVariants=[ 
                     { 
                        'InstanceType':        'ml.g4dn.4xlarge', 
                        'InitialInstanceCount': 2, 
                        'InitialVariantWeight': 1, 
                        'ModelName':             '<MODEL_NAME>', 
                        'VariantName':          'AllTraffic' 
                      } 
                ] 
           )

6. Creación del punto de conexión multimodelo utilizando los parámetros EndpointName y
EndpointConfigName.

response = sagemaker_client.create_endpoint( 
              EndpointName       = '<ENDPOINT_NAME>', 
              EndpointConfigName = '<ENDPOINT_CONFIG_NAME>')

Invocar un punto de conexión multimodelo

Para invocar un punto de enlace multimodelo, utilice invoke_endpoint desde el tiempo de 
ejecución de SageMaker del mismo modo que invocaría un punto de conexión de modelo único, con 
un cambio. Transfiera un nuevo parámetro de TargetModel que especifique cuál de los modelos 
en el punto de conexión establecer como destino. La solicitud InvokeEndpoint en tiempo de 
ejecución de SageMaker admite X-Amzn-SageMaker-Target-Model como nuevo encabezado 
que toma la ruta relativa del modelo especificado para la invocación. El sistema de SageMaker 
construye la ruta absoluta del modelo combinando el prefijo que se proporciona como parte de la 
llamada a la API CreateModel con la ruta relativa del modelo.
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Los siguientes procedimientos son los mismos para los puntos de conexión multimodelo respaldados 
por CPU y GPU.

AWS SDK for Python (Boto 3)

La solicitud de predicción de ejemplo siguiente utiliza el SDK AWS para Python (Boto 3) en el 
cuaderno de muestras.

response = runtime_sagemaker_client.invoke_endpoint( 
                        EndpointName = "<ENDPOINT_NAME>", 
                        ContentType  = "text/csv", 
                        TargetModel  = "<MODEL_FILENAME>.tar.gz", 
                        Body         = body)

AWS CLI

En el siguiente ejemplo, se muestra cómo realizar una solicitud CVS con dos filas mediante AWS 
Command Line Interface (AWS CLI):

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name "<ENDPOINT_NAME>" \ 
  --body "1.0,2.0,5.0"$'\n'"2.0,3.0,4.0" \ 
  --content-type "text/csv" \ 
  --target-model "<MODEL_NAME>.tar.gz"
  output_file.txt

Si la inferencia se realizó correctamente, se crea un output_file.txt con información sobre 
sus solicitudes de inferencia. Para obtener más ejemplos sobre cómo realizar predicciones 
con AWS CLI, consulte Hacer predicciones con AWS CLI en la documentación del SDK de 
SageMaker Python.

El punto de conexión multimodelo carga dinámicamente los modelos de destino según sea 
necesario. Esto se puede observar al ejecutar el Cuaderno de muestras de MME, ya que itera por 
invocaciones aleatorias en diferentes modelos de destino que están alojados detrás del mismo punto 
de conexión. La primera solicitud contra un modelo específico tarda más tiempo porque el modelo se 
tiene que descargar de Amazon Simple Storage Service (Amazon S3) y cargar en la memoria. Esto 
se denomina arranque en frío y se prevé que en los puntos de conexión multimodelo se optimice 
para obtener una mejor relación precio-rendimiento para los clientes. Las llamadas posteriores 
terminan más rápido porque no hay sobrecarga adicional una vez que el modelo se haya cargado.
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Note

En el caso de las instancias respaldadas por GPU, el código de respuesta HTTP con 507 del 
contenedor de la GPU indica una falta de memoria o de otros recursos. Esto hace que los 
modelos no utilizados se descarguen del contenedor para cargar los modelos que se utilizan 
con más frecuencia.

Reintentar solicitudes en caso de errores de ModelNotReadyException

La primera vez que llame a invoke_endpoint para solicitar un modelo, este se descargará de 
Amazon Simple Storage Service y se cargará en el contenedor de inferencias. Esto hace que la 
primera llamada tarde más en devolverse. Las llamadas posteriores al mismo modelo finalizan más 
rápido, porque el modelo ya está cargado.

SageMaker devuelve la respuesta a una llamada a invoke_endpoint en un plazo máximo de 
60 segundos. Algunos modelos son demasiado grandes para descargarlos en 60 segundos. Si el 
modelo no termina de cargarse antes del límite de tiempo de espera de 60 segundos, la solicitud a
invoke_endpoint devuelve el código de error ModelNotReadyException y el modelo continúa 
descargándose y cargándose en el contenedor de inferencia durante un máximo de 360 segundos. 
Si recibe un código de error ModelNotReadyException para una solicitud invoke_endpoint, 
vuelva a intentarlo. De forma predeterminada, los SDK AWS para Python (Boto 3) (que utilizan 
el modo de reintento heredado) y Java reintentatn solicitudes invoke_endpoint que generan 
errores ModelNotReadyException. Puede configurar la estrategia de reintento para seguir 
reintentando la solicitud durante un máximo de 360 segundos. Si espera que su modelo tarde más 
de 60 segundos en descargarse y cargarse en el contenedor, establezca el tiempo de espera del 
socket del SDK en 70 segundos. Para obtener más información sobre cómo configurar la estrategia 
de reintento para AWS SDK for Python (Boto3), consulte Configurar un modo de reintento. El código 
siguiente muestra un ejemplo que configura la estrategia de reintento para reintentar las llamadas a
invoke_endpoint durante un máximo de 180 segundos.

import boto3
from botocore.config import Config

# This example retry strategy sets the retry attempts to 2.  
# With this setting, the request can attempt to download and/or load the model  
# for upto 180 seconds: 1 orginal request (60 seconds) + 2 retries (120 seconds)
config = Config( 
    read_timeout=70, 
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    retries={ 
        'max_attempts': 2  # This value can be adjusted to 5 to go up to the 360s max 
 timeout 
    }
)
runtime_sagemaker_client = boto3.client('sagemaker-runtime', config=config)

Agregar o eliminar modelos

Puede implementar modelos adicionales en un punto de conexión multimodelo e invocarlos a través 
de ese punto de conexión de inmediato. Al agregar un modelo nuevo, no es necesario actualizar 
o reducir el punto de conexión, por lo que evita el coste de crear y ejecutar un punto de conexión 
independiente para cada modelo nuevo. El proceso para agregar y eliminar modelos es el mismo 
para los puntos de conexión multimodelo respaldados por CPU y GPU.

Sagemaker descarga los modelos no utilizados del contenedor cuando la instancia alcanza la 
capacidad de memoria y es necesario descargar más modelos al contenedor. Sagemaker también 
elimina los artefactos del modelo no utilizados del volumen de almacenamiento de la instancia 
cuando el volumen alcanza su capacidad máxima y es necesario descargar nuevos modelos. La 
primera invocación a un modelo recién agregado tarda más tiempo porque el punto de conexión 
tarda tiempo en descargar el modelo desde S3 a la memoria del contenedor en la instancia que aloja 
el punto de conexión

Con el punto de conexión ya en ejecución, copie un nuevo conjunto de artefactos de modelo en la 
ubicación de Amazon S3 en la que almacene los modelos.

# Add an AdditionalModel to the endpoint and exercise it
aws s3 cp AdditionalModel.tar.gz s3://my-bucket/path/to/artifacts/

Important

Para actualizar un modelo, proceda como haría al agregar un modelo nuevo. Use un nombre 
nuevo y único. No sobrescriba artefactos del modelo en Amazon S3 ya que la versión antigua 
del modelo podría aún cargarse en los contenedores o en el volumen de almacenamiento de 
las instancias en el punto de conexión. Las invocaciones al nuevo modelo podrían invocar la 
versión anterior del modelo.
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Las aplicaciones cliente pueden solicitar predicciones del modelo de destino adicional en cuanto se 
almacene en S3.

response = runtime_sagemaker_client.invoke_endpoint( 
                        EndpointName='<ENDPOINT_NAME>', 
                        ContentType='text/csv', 
                        TargetModel='AdditionalModel.tar.gz', 
                        Body=body)

Para eliminar un modelo de un punto de conexión multimodelo, deje de invocar el modelo desde los 
clientes y elimínelo de la ubicación de S3 donde se almacenan los artefactos del modelo.

Cree su propio contenedor para puntos de conexión multimodelo de SageMaker

Consulte las siguientes secciones para incorporar su propio contenedor y sus dependencias a los 
puntos de conexión multimodelo.

Temas

• Utilice sus propias dependencias para puntos de conexión multimodelo en instancias respaldadas 
por CPU

• Utilice sus propias dependencias para puntos de conexión multimodelo en instancias respaldadas 
por GPU

• Uso de SageMaker Inference Toolkit

• Contrato para contenedores personalizados para puntos de conexión multimodelo

Utilice sus propias dependencias para puntos de conexión multimodelo en instancias respaldadas 
por CPU

Si ninguna de las imágenes de contenedor prediseñadas satisface sus necesidades, puede crear su 
propio contenedor para usarlo con puntos de conexión multimodelo respaldados por CPU.

Se espera que las imágenes personalizadas de Amazon Elastic Container Registry (Amazon 
ECR) implementadas en Amazon SageMaker cumplan el contrato básico descrito en Uso de su 
propio código de inferencia con servicios de alojamiento que rige cómo interactúa SageMaker 
con un contenedor Docker que ejecuta su propio código de inferencia. Para que un contenedor 
sea capaz de cargar y servir varios modelos de forma simultánea, hay API y comportamientos 
adicionales que se deben seguir. Este contrato adicional incluye nuevas API para cargar, enumerar, 
obtener y descargar modelos, así como una API distinta para invocar modelos. También hay 
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distintos comportamientos para situaciones de error que deben cumplir las API. Para indicar que 
el contenedor cumple los requisitos adicionales, puede agregar el siguiente comando al archivo de 
Docker:

LABEL com.amazonaws.sagemaker.capabilities.multi-models=true

SageMaker también inyecta una variable de entorno en el contenedor

SAGEMAKER_MULTI_MODEL=true

Si está creando un punto de conexión multimodelo para una canalización de inferencia en serie, 
el archivo Docker debe tener las etiquetas necesarias para las canalizaciones de inferencia 
multimodelo y en serie. Para obtener más información acerca de las canalizaciones de información 
en serie, consulte Ejecutar predicciones en tiempo real con una canalización de inferencia.

Para ayudarle a implementar estos requisitos para un contenedor personalizado, hay dos bibliotecas 
disponibles:

• Multi Model Server es un marco de código abierto para servir modelos de machine learning que 
se pueden instalar en contenedores para proporcionar el front-end que cumpla los requisitos de 
las nuevas API de contenedor de punto de conexión multimodelo. Proporciona las capacidades de 
administración de modelos y front-end HTTP requeridas por los puntos de conexión multimodelo 
para alojar varios modelos dentro de un único contenedor, cargar y descargar modelos del 
contenedor dinámicamente y realizar inferencia en un modelo cargado especificado. También 
proporciona un backend conectable que admite un controlador backend personalizado conectable 
donde puede implementar su propio algoritmo.

• SageMaker Inference Toolkit es una biblioteca que arranca Multi Model Server con una 
configuración y ajustes que lo hacen compatible con puntos de conexión multimodelo de 
SageMaker. También le permite ajustar parámetros de rendimiento importantes, como el número 
de trabajadores por modelo, en función de las necesidades de su situación.

Utilice sus propias dependencias para puntos de conexión multimodelo en instancias respaldadas 
por GPU

Las bibliotecas Multi Model Server y SageMaker Inference Toolkit no admiten actualmente la 
capacidad de utilización de su propio contenedor (BYOC) en puntos de conexión multimodelo con 
instancias respaldadas por GPU.
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Para crear puntos de conexión multimodelo con instancias respaldadas por GPU, puede utilizar el
servidor de inferencia NVIDIA Triton compatible con SageMaker con los contenedores de inferencia 
NVIDIA Triton. Para crear sus propias dependencias, puede crear su propio contenedor con el 
servidor de inferencia NVIDIA Triton compatible con SageMaker como imagen base de su archivo de 
Docker:

FROM 301217895009.dkr.ecr.us-west-2.amazonaws.com/sagemaker-tritonserver:22.07-py3

Important

Los contenedores con el servidor de inferencia Triton son los únicos contenedores 
compatibles que puede utilizar para puntos de conexión multimodelo respaldados por GPU.

Uso de SageMaker Inference Toolkit

Note

SageMaker Inference Toolkit solo es compatible con puntos de conexión multimodelo 
respaldados por CPU. SageMaker Inference Toolkit no es compatible actualmente con 
puntos de conexión multimodelo respaldados por GPU.

Los contenedores prediseñados que admiten puntos de conexión multimodelo se muestran en
Algoritmos, marcos e instancias compatibles. Si desea usar cualquier otro marco o algoritmo, 
necesita compilar un contenedor. La forma más fácil de hacerlo es usar el SageMaker Inference 
Toolkit para ampliar un contenedor prediseñado actual. El conjunto de herramientas de inferencia de 
SageMaker es una implementación para el servidor multimodelo (MMS) que crea puntos de conexión 
que se pueden implementar en SageMaker. Para ver un cuaderno de muestras que indica cómo 
configurar e implementar un contenedor personalizado que admita puntos de conexión multimodelo 
en SageMaker, consulte el Cuaderno de muestras BYOC de puntos de conexión multimodelo.

Note

El conjunto de herramientas de inferencia de SageMaker solo admite controladores de 
modelos de Python. Si desea implementar el controlador en cualquier otro lenguaje, debe 
compilar su propio contenedor que implemente API de puntos de conexión multimodelo 
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adicionales. Para obtener información, consulte Contrato para contenedores personalizados 
para puntos de conexión multimodelo.

Para ampliar un contenedor mediante el conjunto de herramientas de inferencia de SageMaker

1. Cree un controlador del modelo. MMS espera un controlador del modelo, que es un archivo de 
Python que implementa funciones para preprocesar, obtener predicciones del modelo y procesar 
la salida en un controlador del modelo. Para obtener un ejemplo de un controlador del modelo, 
consulte model_handler.py en el cuaderno de muestras.

2. Importe el conjunto de herramientas de inferencia y utilice su función
model_server.start_model_server para iniciar MMS. El siguiente ejemplo procede del 
archivo dockerd-entrypoint.py del cuaderno de muestras. Observe que la llamada a
model_server.start_model_server pasa el controlador del modelo descrito en el paso 
anterior:

import subprocess
import sys
import shlex
import os
from retrying import retry
from subprocess import CalledProcessError
from sagemaker_inference import model_server

def _retry_if_error(exception): 
    return isinstance(exception, CalledProcessError or OSError)

@retry(stop_max_delay=1000 * 50, 
       retry_on_exception=_retry_if_error)
def _start_mms(): 
    # by default the number of workers per model is 1, but we can configure it 
 through the 
    # environment variable below if desired. 
    # os.environ['SAGEMAKER_MODEL_SERVER_WORKERS'] = '2' 
    model_server.start_model_server(handler_service='/home/model-server/
model_handler.py:handle')

def main(): 
    if sys.argv[1] == 'serve': 
        _start_mms() 
    else: 
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        subprocess.check_call(shlex.split(' '.join(sys.argv[1:]))) 

    # prevent docker exit 
    subprocess.call(['tail', '-f', '/dev/null']) 
     
main()

3. En su Dockerfile, copie el controlador del modelo del primer paso y especifique el archivo de 
Python del paso anterior como el punto de entrada en su Dockerfile. Las líneas siguientes 
son del archivo Dockerfile utilizado en el cuaderno de muestras:

# Copy the default custom service file to handle incoming data and inference 
 requests
COPY model_handler.py /home/model-server/model_handler.py

# Define an entrypoint script for the docker image
ENTRYPOINT ["python", "/usr/local/bin/dockerd-entrypoint.py"]

4. Compile y registre su contenedor. El siguiente guión de intérprete de comandos del cuaderno 
de muestras compila el contenedor y lo carga en un repositorio de Amazon Elastic Container 
Registry de su cuenta de AWS:

%%sh

# The name of our algorithm
algorithm_name=demo-sagemaker-multimodel

cd container

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none 
 defined)
region=$(aws configure get region)
region=${region:-us-west-2}

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.
aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 
 2>&1

if [ $? -ne 0 ]
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then 
    aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null
fi

# Get the login command from ECR and execute it directly
$(aws ecr get-login --region ${region} --no-include-email)

# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build -q -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

Ahora puede utilizar este contenedor para implementar puntos de conexión multimodelo en 
SageMaker.

Temas

• Contrato para contenedores personalizados para puntos de conexión multimodelo

Contrato para contenedores personalizados para puntos de conexión multimodelo

Para tratar varios modelos, el contenedor debe admitir un conjunto de API que permitan a la 
plataforma Amazon SageMaker comunicarse con el contenedor para cargar, publicar, obtener y 
descargar modelos según sea necesario. El model_name se utiliza en el nuevo conjunto de API 
como parámetro de entrada clave. Se espera que el contenedor del cliente realice un seguimiento 
de los modelos cargados mediante model_name como clave de asignación. Además, model_name
es un identificador opaco y no es necesariamente el valor del parámetro TargetModel transferido 
a la API InvokeEndpoint. El valor TargetModel original en la solicitud InvokeEndpoint se 
transfiere al contenedor en las API como encabezado X-Amzn-SageMaker-Target-Model que se 
puede utilizar para fines de registro.

Note

Actualmente, los puntos de conexión multimodelo para instancias respaldadas por GPU solo 
son compatibles con el contenedor del servidor de inferencia NVIDIA Triton de SageMaker. 
Este contenedor ya implementa el contrato que se define a continuación. Los clientes pueden 
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usar este contenedor directamente con sus puntos de conexión multimodelo de GPU, sin 
necesidad de realizar ningún trabajo adicional.

Puede configurar las siguientes API en sus contenedores para puntos de conexión multimodelo 
respaldados por CPU.

Temas

• API Load Model

• API List Model

• API Get Model

• API Unload Model

• API Invoke Model

API Load Model

Indica al contenedor que cargue un modelo particular presente en el campo url del cuerpo en la 
memoria del contenedor del cliente y que realice un seguimiento del mismo con el model_name
asignado. Después de cargar un modelo, el contenedor debe estar listo para servir solicitudes de 
inferencia usando este model_name.

POST /models HTTP/1.1
Content-Type: application/json
Accept: application/json

{ 
     "model_name" : "{model_name}", 
     "url" : "/opt/ml/models/{model_name}/model",
}

Note

Si model_name ya está cargado, esta API debería devolver 409. Cada vez que un modelo 
no se puede cargar debido a la falta de memoria o a cualquier otro recurso, esta API debe 
devolver un código de estado HTTP 507 a SageMaker, que luego inicia la descarga de 
modelos no utilizados para recuperar.
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API List Model

Devuelve la lista de modelos cargados en la memoria del contenedor del cliente.

GET /models HTTP/1.1
Accept: application/json

Response =  
{ 
    "models": [ 
        { 
             "modelName" : "{model_name}", 
             "modelUrl" : "/opt/ml/models/{model_name}/model", 
        }, 
        { 
            "modelName" : "{model_name}", 
            "modelUrl" : "/opt/ml/models/{model_name}/model", 
        }, 
        .... 
    ]
}

Esta API también admite paginación.

GET /models HTTP/1.1
Accept: application/json

Response =  
{ 
    "models": [ 
        { 
             "modelName" : "{model_name}", 
             "modelUrl" : "/opt/ml/models/{model_name}/model", 
        }, 
        { 
            "modelName" : "{model_name}", 
            "modelUrl" : "/opt/ml/models/{model_name}/model", 
        }, 
        .... 
    ]
}
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SageMaker puede llamar inicialmente a la API List Models sin proporcionar un valor para
next_page_token. Si se devuelve un campo nextPageToken como parte de la respuesta, se 
proporcionará como el valor de next_page_token una llamada posterior a List Models. Si no se 
devuelve un nextPageToken, significa que no hay más modelos para devolver.

API Get Model

Esta es una API de lectura simple en la entidad model_name.

GET /models/{model_name} HTTP/1.1
Accept: application/json

{ 
     "modelName" : "{model_name}", 
     "modelUrl" : "/opt/ml/models/{model_name}/model",
}

Note

Si model_name no se carga, esta API debería devolver 404.

API Unload Model

Indica a la plataforma de SageMaker que dé instrucciones al contenedor del cliente para descargar 
un modelo de la memoria. Esto inicia el desalojo de un modelo candidato tal como determina la 
plataforma al iniciar el proceso de carga de un nuevo modelo. Los recursos aprovisionados a
model_name los debe reclamar el contenedor cuando esta API devuelve una respuesta.

DELETE /models/{model_name}

Note

Si model_name no se carga, esta API debería devolver 404.
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API Invoke Model

Realiza una solicitud de predicción del model_name particular suministrado. La solicitud
InvokeEndpoint en tiempo de ejecución de SageMaker admite X-Amzn-SageMaker-Target-
Model como nuevo encabezado que toma la ruta relativa del modelo especificado para la 
invocación. El sistema de SageMaker construye la ruta absoluta del modelo combinando el prefijo 
que se proporciona como parte de la llamada a la API CreateModel con la ruta relativa del modelo.

POST /models/{model_name}/invoke HTTP/1.1
Content-Type: ContentType
Accept: Accept
X-Amzn-SageMaker-Custom-Attributes: CustomAttributes
X-Amzn-SageMaker-Target-Model: [relativePath]/{artifactName}.tar.gz

Note

Si model_name no se carga, esta API debería devolver 404.

Además, en las instancias de GPU, si InvokeEndpoint produce un error por falta de memoria 
u otros recursos, esta API debería devolver un código de estado HTTP 507 a SageMaker, que, a 
continuación, iniciará la descarga de los modelos no utilizados para su recuperación.

Seguridad de puntos de conexión multimodelo

Los modelos y los datos en un punto de conexión multimodelo se encuentran coubicados en el 
volumen de almacenamiento de la instancia y en la memoria del contenedor. Todas las instancias de 
los punto de conexión de Amazon SageMaker se ejecutan en un único contenedor de inquilino suyo. 
Solo los modelos pueden ejecutarse en el punto de conexión multimodelo. Es su responsabilidad 
gestionar el mapeo de las solicitudes a los modelos y proporcionar a los usuarios acceso a los 
modelos de destino correctos. SageMaker utiliza roles de IAM para proporcionar las políticas 
basadas en identidades de IAM que usted utiliza para especificar las acciones permitidas o 
denegadas, así como los recursos y las condiciones en las que se permiten o deniegan las acciones.

De forma predeterminada, una entidad principal de IAM con permisos InvokeEndpoint en un 
punto de conexión multimodelo puede invocar cualquier modelo en la dirección del prefijo S3 definido 
en la operación CreateModel, siempre que el rol de ejecución de IAM definido en la operación 
tenga permisos para descargar el modelo. Si necesita restringir el acceso InvokeEndpoint a un 
grupo limitado de modelos en S3, lleve a cabo una de estas acciones:
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• Restrinja las llamadas InvokeEndpont a modelos específicos alojados en el punto de conexión 
mediante la clave de condición IAM sagemaker:TargetModel. Por ejemplo, la siguiente política 
permite solicitudes InvokeEndpont solo cuando el valor del campo TargetModel coincide con 
una de las expresiones regulares especificadas:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
            ], 
            "Effect": "Allow", 
            "Resource": 
            "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name", 
            "Condition": { 
                // TargetModel provided must be from this set of values 
                "StringLike": { 
                    "sagemaker:TargetModel": ["company_a/*", "common/*"] 
                } 
            } 
        } 
    ]
}

Para obtener información acerca de las claves de condición de SageMaker, consulte Claves de 
condición de Amazon SageMaker en la Guía de usuario AWS Identity and Access Management.

• Cree puntos de conexión multimodelo con prefijos S3 más restrictivos.

Para obtener más información acerca de cómo utiliza SageMaker los roles para administrar el acceso 
a los puntos de conexión y realizar operaciones en su nombre, consulte SageMaker Funciones. Es 
posible que sus clientes también tengan ciertos requisitos de aislamiento de datos dictados por sus 
propios requisitos de cumplimiento que se pueden satisfacer mediante identidades de IAM.

Métricas de CloudWatch para implementaciones de puntos de conexión multimodelo

Amazon SageMaker proporciona métricas para puntos de conexión a fin de que pueda supervisar 
la tasa de aciertos de caché, el número de modelos cargados y los tiempos de espera del modelo 
para cargar, descargar y cargar en un punto de conexión multimodelo. Algunas de las métricas son 
diferentes para los puntos de conexión multimodelo respaldados por CPU y GPU, por lo que en las 
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siguientes secciones se describen las métricas de Amazon CloudWatch que puede usar para cada 
tipo de punto de conexión multimodelo.

Para obtener más información sobre las métricas, consulte Métricas de carga de modelo de punto 
de conexión multimodelo y Métricas de instancia de modelo de punto de conexión multimodelo
en Supervisa Amazon SageMaker con Amazon CloudWatch. Las métricas por modelo no son 
compatibles.

Métricas de CloudWatch para puntos de conexión multimodelo respaldados por CPU

Puede supervisar las siguientes métricas en puntos de conexión multimodelo respaldados por CPU.

El espacio de nombres AWS/SageMaker contiene las siguientes métricas de carga del modelo de las 
llamadas a  InvokeEndpoint.

Las métricas están disponibles con una frecuencia de un minuto.

Para obtener más información acerca de cuánto tiempo se conservan las métricas de CloudWatch, 
consulte GetMetricStatistics en la Referencia de la API de Amazon CloudWatch.

Métricas de carga de modelo de punto de conexión multimodelo

Métrica Descripción

ModelLoad 
ingWaitTime

El intervalo de tiempo que una solicitud de invocación ha esperado a que 
se descargue o cargue el modelo de destino, o ambos, para realizar la 
inferencia.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelUnlo 
adingTime

El intervalo de tiempo que tardó en descargar el modelo a través de la 
llamada a la API UnloadModel  del contenedor.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelDown 
loadingTime

El intervalo de tiempo que se tardó en descargar el modelo de Amazon 
Simple Storage Service (Amazon S3).
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Métrica Descripción

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelLoad 
ingTime

El intervalo de tiempo que tardó en cargar el modelo a través de la 
llamada a la API LoadModel  del contenedor.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelCacheHit El número de solicitudes InvokeEndpoint  enviadas al punto de 
conexión multimodelo para el que ya se ha cargado el modelo.

La estadística Promedio muestra la proporción de solicitudes para las 
que el modelo ya se ha cargado.

Unidades: ninguna

Estadísticas válidas: Average, Sum, Sample Count.

Dimensiones para métricas de carga de modelo de punto de conexión multimodelo

Dimensión Descripción

EndpointName, 
VariantName

Filtra las métricas de invocación de punto de conexión para una
ProductionVariant  del punto de conexión y la variante especific 
ados.

Los espacios de nombres /aws/sagemaker/Endpoints contienen las siguientes métricas de 
instancia de las llamadas a  InvokeEndpoint.

Las métricas están disponibles con una frecuencia de un minuto.

Para obtener más información acerca de cuánto tiempo se conservan las métricas de CloudWatch, 
consulte GetMetricStatistics en la Referencia de la API de Amazon CloudWatch.

Métricas de instancia de modelo de punto de conexión multimodelo
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Métrica Descripción

LoadedMod 
elCount

El número de modelos cargados en los contenedores del punto de 
conexión multimodelo. Esta métrica se emite por instancia.

La estadística Promedio con un período de 1 minuto indica el número 
medio de modelos cargados por instancia.

La estadística Suma indica el número total de modelos cargados en 
todas las instancias del punto de conexión.

Los modelos de los que realiza el seguimiento de esta métrica no son 
necesariamente únicos porque un modelo puede cargarse en varios 
contenedores en el punto de conexión.

Unidades: ninguna

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

CPUUtilization La suma de la utilización de cada núcleo individual de la CPU. La 
utilización de la CPU de cada núcleo oscila entre 0 y 100. Por ejemplo, 
si hay cuatro CPU, la CPUUtilization  puede oscilar entre 0 % y 
400 %.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la CPU de los contenedores principales y suplementarios 
en la instancia.

Unidades: porcentaje

MemoryUti 
lization

El porcentaje de memoria que utilizan los contenedores en una instancia 
. Este valor oscila del 0 % al 100 %.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la memoria de los contenedores principales y suplement 
arios en la instancia.

Unidades: porcentaje
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Métrica Descripción

DiskUtilization El porcentaje de espacio en disco usado por los contenedores en una 
instancia. Este valor oscila del 0 % al 100 %.

Para las variantes de punto de conexión , el valor es la suma de la 
utilización del espacio en disco de los contenedores principales y 
suplementarios en la instancia.

Unidades: porcentaje

Métricas de CloudWatch para implementaciones de puntos de conexión multimodelo de GPU

Puede supervisar las siguientes métricas en puntos de conexión multimodelo respaldados por GPU.

El espacio de nombres AWS/SageMaker contiene las siguientes métricas de carga del modelo de las 
llamadas a  InvokeEndpoint.

Las métricas están disponibles con una frecuencia de un minuto.

Para obtener más información acerca de cuánto tiempo se conservan las métricas de CloudWatch, 
consulte GetMetricStatistics en la Referencia de la API de Amazon CloudWatch.

Métricas de carga de modelo de punto de conexión multimodelo

Métrica Descripción

ModelLoad 
ingWaitTime

El intervalo de tiempo que una solicitud de invocación ha esperado a que 
se descargue o cargue el modelo de destino, o ambos, para realizar la 
inferencia.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelUnlo 
adingTime

El intervalo de tiempo que tardó en descargar el modelo a través de la 
llamada a la API UnloadModel  del contenedor.

Unidades: microsegundos
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Métrica Descripción

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelDown 
loadingTime

El intervalo de tiempo que se tardó en descargar el modelo de Amazon 
Simple Storage Service (Amazon S3).

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelLoad 
ingTime

El intervalo de tiempo que tardó en cargar el modelo a través de la 
llamada a la API LoadModel  del contenedor.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelCacheHit El número de solicitudes InvokeEndpoint  enviadas al punto de 
conexión multimodelo para el que ya se ha cargado el modelo.

La estadística Promedio muestra la proporción de solicitudes para las 
que el modelo ya se ha cargado.

Unidades: ninguna

Estadísticas válidas: Average, Sum, Sample Count.

Dimensiones para métricas de carga de modelo de punto de conexión multimodelo

Dimensión Descripción

EndpointName, 
VariantName

Filtra las métricas de invocación de punto de conexión para una
ProductionVariant  del punto de conexión y la variante especific 
ados.

Los espacios de nombres /aws/sagemaker/Endpoints contienen las siguientes métricas de 
instancia de las llamadas a  InvokeEndpoint.
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Las métricas están disponibles con una frecuencia de un minuto.

Para obtener más información acerca de cuánto tiempo se conservan las métricas de CloudWatch, 
consulte GetMetricStatistics en la Referencia de la API de Amazon CloudWatch.

Métricas de instancia de modelo de punto de conexión multimodelo

Métrica Descripción

LoadedMod 
elCount

El número de modelos cargados en los contenedores del punto de 
conexión multimodelo. Esta métrica se emite por instancia.

La estadística Promedio con un período de 1 minuto indica el número 
medio de modelos cargados por instancia.

La estadística Suma indica el número total de modelos cargados en 
todas las instancias del punto de conexión.

Los modelos de los que realiza el seguimiento de esta métrica no son 
necesariamente únicos porque un modelo puede cargarse en varios 
contenedores en el punto de conexión.

Unidades: ninguna

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

CPUUtilization La suma de la utilización de cada núcleo individual de la CPU. La 
utilización de la CPU de cada núcleo oscila entre 0 y 100. Por ejemplo, 
si hay cuatro CPU, la CPUUtilization  puede oscilar entre 0 % y 
400 %.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la CPU de los contenedores principales y suplementarios 
en la instancia.

Unidades: porcentaje

MemoryUti 
lization

El porcentaje de memoria que utilizan los contenedores en una instancia 
. Este valor oscila del 0 % al 100 %.
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Métrica Descripción

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la memoria de los contenedores principales y suplement 
arios en la instancia.

Unidades: porcentaje

GPUUtilization El porcentaje de unidades de GPU usadas por los contenedores en 
una instancia. El valor puede oscilar entre 0 y 100, y se multiplica por el 
número de GPU. Por ejemplo, si hay cuatro GPU, la GPUUtilization
puede oscilar entre 0 % y 400 %.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la GPU de los contenedores principales y suplementarios 
en la instancia.

Unidades: porcentaje

GPUMemory 
Utilization

El porcentaje de memoria de GPU que utilizan los contenedores en una 
instancia. El valor oscila entre 0 y 100, y se multiplica por el número de 
GPU. Por ejemplo, si hay cuatro GPU, la GPUMemoryUtilization
puede oscilar entre 0 % y 400 %.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la memoria de la GPU de los contenedores principales y 
suplementarios en la instancia.

Unidades: porcentaje

DiskUtilization El porcentaje de espacio en disco usado por los contenedores en una 
instancia. Este valor oscila del 0 % al 100 %.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización del espacio en disco de los contenedores principales y 
suplementarios en la instancia.

Unidades: porcentaje
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Establecer políticas de escalado automático para implementaciones de puntos de conexión 
multimodelo

Los puntos de conexión multimodelo de SageMaker son totalmente compatible con escalado, lo cual 
gestiona réplicas de modelos para garantizar que estos se escalen en función de los patrones de 
tráfico. Se recomienda configurar el punto de conexión multimodelo y el tamaño de las instancias 
teniendo en cuenta Recomendaciones de instancia para implementaciones de puntos de conexión 
multimodelo y también configurar la instancia en función del escalado automático para el punto de 
conexión. Las tasas de invocación utilizadas para desencadenar un evento de escalado automático 
se basan en el conjunto agregado de predicciones a través del conjunto completo de modelos 
atendidos por el punto de conexión. Para obtener información adicional sobre configuración del 
escalado automático de puntos de conexión, consulte Escalar automáticamente modelos de Amazon 
SageMaker.

Puede configurar políticas de escalado automático con métricas predefinidas y personalizadas en 
puntos de conexión multimodelo respaldados por CPU y GPU.

Note

Las métricas de puntos de conexión multimodelo de SageMaker están disponibles con una 
granularidad de un minuto.

Definición de una política de escalado

Para especificar las métricas y los valores de destino para una política de escalado, puede configurar 
una política de escalado de seguimiento de destino. Puede utilizar una métrica predefinida o una 
métrica personalizada.

La configuración de la política de escalado está representada por un bloque JSON. Puede 
guardar su configuración de la política de escalado como bloque JSON en un archivo de texto. 
Puede utilizar ese archivo de texto al invocar AWS CLI o la API de Auto Scaling de aplicaciones. 
Para obtener más información acerca de la sintaxis de configuración de la política, consulte
TargetTrackingScalingPolicyConfiguration en la referencia de la API de Auto Scaling de 
aplicaciones.

Las siguientes opciones están disponibles para definir una configuración de la política de escalado 
de seguimiento de destino.
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Uso de una métrica predefinida

Para definir rápidamente una política de escalado de seguimiento de destino para una 
variante, utilice la métrica predefinida SageMakerVariantInvocationsPerInstance.
SageMakerVariantInvocationsPerInstance es el número medio de veces por minuto que 
cada instancia de una variante se invoca. Le recomendamos fehacientemente el uso de esta métrica.

Para usar una métrica predefinida en una política de escalado, cree una configuración de 
seguimiento de destino para su política. En la configuración de seguimiento de destino, incluya
PredefinedMetricSpecification para la métrica predefinida y TargetValue para el valor de 
destino de esa métrica.

El siguiente ejemplo es una configuración de política típica para el escalado de seguimiento 
de destino para una variante. En esta configuración, utilizamos la métrica predefinida
SageMakerVariantInvocationsPerInstance para ajustar el número de las instancias de 
variantes de manera que cada instancia disponga de una métrica InvocationsPerInstance de
70.

{"TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    { 
        "PredefinedMetricType": "InvocationsPerInstance" 
    }
}

Note

Le recomendamos que utilice InvocationsPerInstance mientras utilice puntos de 
conexión multimodelo. El TargetValue de esta métrica depende de los requisitos de 
latencia de la aplicación. También le recomendamos que realice una prueba de carga 
de sus puntos de conexión para configurar los valores de los parámetros de escalado 
adecuados. Para obtener más información sobre pruebas de carga y configuración de 
escalado automático para sus puntos de conexión, consulte el blog Configuración de puntos 
de conexión de inferencia de escalado automático en Amazon SageMaker.
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Uso de una métrica personalizada

Si tiene que definir una política de escalado de seguimiento de destino que cumpla sus requisitos 
personalizados, defina una métrica personalizada. Puede definir una métrica personalizada en 
función de cualquier métrica de variante de producción que cambie en proporción al escalado.

No todas las métricas de SageMaker funcionan para el seguimiento de destino. La métrica debe ser 
una métrica de utilización válida y debe describir el nivel de actividad de una instancia. El valor de la 
métrica debe aumentar o reducirse en proporción inversa al número de instancias de variantes. Es 
decir, el valor de la métrica debe disminuir cuando el número de instancias aumenta.

Important

Antes de implementar el escalado automático en producción, debe realizar la prueba del 
escalado automático con su métrica personalizada.

Ejemplo de métrica personalizada para un punto de conexión multimodelo respaldado por CPU

En el siguiente ejemplo aparece una configuración de seguimiento de destino para una política de 
escalado. En esta configuración, para una variante llamada my-model, la métrica personalizada de
CPUUtilization ajusta el número de instancias del punto de conexión en función de la utilización 
media de la CPU del 50 por ciento en todas las instancias.

{"TargetValue": 50, 
    "CustomizedMetricSpecification": 
    {"MetricName": "CPUUtilization", 
        "Namespace": "/aws/sagemaker/Endpoints", 
        "Dimensions": [ 
            {"Name": "EndpointName", "Value": "my-endpoint" }, 
            {"Name": "ModelName","Value": "my-model"} 
        ], 
        "Statistic": "Average", 
        "Unit": "Percent" 
    }
}

Ejemplo de métrica personalizada para un punto de conexión multimodelo respaldado por GPU

En el siguiente ejemplo aparece una configuración de seguimiento de destino para una política de 
escalado. En esta configuración, para una variante llamada my-model, la métrica personalizada de
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GPUUtilization ajusta el número de instancias del punto de conexión en función de la utilización 
media de la GPU del 50 por ciento en todas las instancias.

{"TargetValue": 50, 
    "CustomizedMetricSpecification": 
    {"MetricName": "GPUUtilization", 
        "Namespace": "/aws/sagemaker/Endpoints", 
        "Dimensions": [ 
            {"Name": "EndpointName", "Value": "my-endpoint" }, 
            {"Name": "ModelName","Value": "my-model"} 
        ], 
        "Statistic": "Average", 
        "Unit": "Percent" 
    }
}

Incorporación de un periodo de recuperación

Para agregar un periodo de recuperación para el escalado horizontal de su modelo, especifique 
un valor, en segundos, para ScaleOutCooldown. De forma similar, para agregar un periodo 
de recuperación para reducir horizontalmente su modelo, agregue un valor, en segundos, 
para ScaleInCooldown. Para obtener más información acerca de ScaleInCooldown y
ScaleOutCooldown, consulte TargetTrackingScalingPolicyConfiguration en la
referencia de la API de Auto Scaling de aplicaciones.

A continuación se muestra un ejemplo de la configuración de seguimiento de 
destino para una política de escalado. En esta configuración, la métrica predefinida
SageMakerVariantInvocationsPerInstance se utiliza para ajustar el escalado según una 
media de 70 en todas las instancias de esa variante. La configuración proporciona un periodo de 
recuperación de escalado descendente de 10 minutos y un periodo de recuperación de escalado 
ascendente de 5 minutos.

{"TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    {"PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
    }, 
    "ScaleInCooldown": 600, 
    "ScaleOutCooldown": 300
}
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Aloje varios modelos que utilizan diferentes contenedores detrás de un punto de 
conexión

SageMaker los puntos finales de varios contenedores permiten a los clientes implementar varios 
contenedores, que utilizan diferentes modelos o marcos, en un único SageMaker punto final. Los 
contenedores se pueden ejecutar en secuencia como una canalización de inferencia, o se puede 
acceder a cada contenedor de forma individual mediante la invocación directa para mejorar la 
utilización de los puntos de conexión y optimizar los costes.

Para obtener información sobre cómo invocar los contenedores de un punto de conexión 
multicontenedor de forma secuencial, consulte Alojamiento de modelos junto con la lógica de 
preprocesamiento como una canalización de inferencia en serie detrás de un punto de conexión.

Para obtener información sobre cómo invocar un contenedor específico de un punto de conexión 
multicontenedor, consulte Utilice un punto de conexión multicontenedor con invocación directa

Temas

• Para crear un punto de conexión multicontenedor (Boto 3)

• Actualice un punto de conexión multicontenedor

• Eliminar un punto de conexión multicontenedor

• Utilice un punto de conexión multicontenedor con invocación directa

Para crear un punto de conexión multicontenedor (Boto 3)

Cree un punto final de varios contenedores mediante llamadas CreateModely CreateEndpointAPI 
como lo haría para crear cualquier otro punto de enlace. CreateEndpointConfig Puede ejecutar estos 
contenedores secuencialmente como una canalización de inferencia o ejecutar cada contenedor 
individual mediante la invocación directa. Los puntos de conexión multicontenedor tienen los 
siguientes requisitos cuando llama: create_model

• Utilice el parámetro Containers en lugar de PrimaryContainer e incluya más de un 
contenedor en el parámetro Containers.

• El ContainerHostname parámetro es obligatorio para cada contenedor en un punto de conexión 
multicontenedor con invocación directa.

• Defina el parámetro Mode del campo InferenceExecutionConfig en Direct para la 
invocación directa de cada contenedor o Serial para utilizarlos como una canalización de 
inferencia. El modo predeterminado es Serial.
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Note

Actualmente, hay un límite de hasta 15 contenedores admitidos en un punto de conexión 
multicontenedor.

En el siguiente ejemplo, se crea un modelo multicontenedor para la invocación directa.

1. Cree elementos contenedores y InferenceExecutionConfig con invocación directa.

container1 = { 
                 'Image': '123456789012.dkr.ecr.us-east-1.amazonaws.com/
myimage1:mytag', 
                 'ContainerHostname': 'firstContainer' 
             }

container2 = { 
                 'Image': '123456789012.dkr.ecr.us-east-1.amazonaws.com/
myimage2:mytag', 
                 'ContainerHostname': 'secondContainer' 
             }
inferenceExecutionConfig = {'Mode': 'Direct'} 
                 

2. Cree el modelo con los elementos contenedores y establece el campo
InferenceExecutionConfig.

import boto3
sm_client = boto3.Session().client('sagemaker')

response = sm_client.create_model( 
               ModelName = 'my-direct-mode-model-name', 
               InferenceExecutionConfig = inferenceExecutionConfig, 
               ExecutionRoleArn = role, 
               Containers = [container1, container2] 
           ) 
                 

Para crear un punto de conexión, debe llamar a create_endpoint_config y create_endpoint como lo 
haría para crear cualquier otro punto de conexión.
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Actualice un punto de conexión multicontenedor

Para actualizar un punto de conexión multicontenedor, siga estos pasos.

1. Llame a create_model para crear un nuevo modelo con un nuevo valor para el parámetro Mode
del campo InferenceExecutionConfig.

2. Llame a create_endpoint_config para crear una nueva configuración de punto de conexión con 
un nombre diferente utilizando el nuevo modelo que creó en el paso anterior.

3. Llame a update_endpoint para actualizar el punto de conexión con la nueva configuración de 
punto final que creó en el paso anterior.

Eliminar un punto de conexión multicontenedor

Para eliminar un punto de conexión, llame a delete_endpoint y proporcione el nombre del punto de 
conexión que desea eliminar como el parámetro EndpointName.

Utilice un punto de conexión multicontenedor con invocación directa

SageMaker Los puntos finales con varios contenedores permiten a los clientes implementar varios 
contenedores para implementar diferentes modelos en un punto final. SageMaker Puede alojar hasta 
15 contenedores de inferencia diferentes en un único punto de conexión. Al utilizar la invocación 
directa, puede enviar una solicitud a un contenedor de inferencia específico alojado en un punto de 
conexión multicontenedor.

Temas

• Invoque un punto de conexión multicontenedor con invocación directa

• Seguridad con puntos de conexión multicontenedor con invocación directa

• Métricas de puntos de conexión multicontenedor con invocación directa

• Puntos de conexión multicontenedor

• Solución de problemas de puntos de conexión multicontenedor

Invoque un punto de conexión multicontenedor con invocación directa

Para invocar un punto de conexión multicontenedor con invocación directa, llame a invoke_endpoint
como lo haría con cualquier otro punto de conexión y especifique qué contenedor desea invocar 
mediante el parámetro TargetContainerHostname.
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En el siguiente ejemplo, se invoca directamente el secondContainer de un punto de conexión 
multicontenedor para obtener una predicción.

import boto3
runtime_sm_client = boto3.Session().client('sagemaker-runtime')

response = runtime_sm_client.invoke_endpoint( 
   EndpointName ='my-endpoint', 
   ContentType = 'text/csv', 
   TargetContainerHostname='secondContainer',  
   Body = body)

Para cada solicitud de invocación directa a un punto de conexión multicontenedor, solo el contenedor 
con TargetContainerHostname procesa la solicitud de invocación. Se producirán errores de 
validación si realiza alguna de las siguientes acciones:

• Especificar un TargetContainerHostname que no exista en el punto de conexión

• No especifique un valor para TargetContainerHostname en una solicitud a un punto de 
conexión configurado para invocación directa

• No especifique un valor para TargetContainerHostname en una solicitud a un punto de 
conexión configurado para invocación directa.

Seguridad con puntos de conexión multicontenedor con invocación directa

En el caso de puntos de conexión multicontenedor con invocación directa, hay varios contenedores 
alojados en una sola instancia que comparten memoria y un volumen de almacenamiento. Es su 
responsabilidad utilizar contenedores seguros, mantener el mapeo correcto de las solicitudes a 
los contenedores de destino y proporcionar a los usuarios el acceso correcto a los contenedores 
de destino. SageMakerutiliza las funciones de IAM para proporcionar políticas de IAM basadas en 
la identidad que se utilizan para especificar si se permite o deniega el acceso a un recurso a esa 
función y en qué condiciones. Para obtener más información acerca de los roles de IAM, consulte
Roles de IAM en la AWS Identity and Access Management Guía del usuario. Para obtener más 
información acerca de las políticas basadas en recursos, consulte Políticas basadas en identidad y 
políticas basadas en recursos.

De forma predeterminada, una entidad principal de IAM con InvokeEndpoint permisos 
en un punto de conexión multicontenedor y con invocación directa puede invocar cualquier 
contenedor situado dentro del punto de conexión con el nombre que especifique al llamar a
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invoke_endpoint. Si necesita restringir el invoke_endpoint acceso a un conjunto limitado de 
contenedores dentro de un punto de conexión multicontenedor, utilice la clave de condición de IAM
sagemaker:TargetContainerHostname. Las siguientes políticas muestran cómo limitar las 
llamadas a contenedores específicos dentro de un punto de conexión.

La siguiente política permite solicitudes invoke_endpoint solo cuando el valor del campo
TargetContainerHostname coincide con una de las expresiones regulares especificadas.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name", 
            "Condition": { 
                "StringLike": { 
                    "sagemaker:TargetContainerHostname": ["customIps*", "common*"] 
                } 
            } 
        } 
    ]
}

La siguiente política deniega solicitudes invoke_endpoint solo cuando el valor del campo
TargetContainerHostname coincide con una de las expresiones regulares especificadas de la 
declaración Deny.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name", 
            "Condition": { 
                "StringLike": { 
                    "sagemaker:TargetContainerHostname": ["*"] 
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                } 
            } 
        }, 
        { 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
            ], 
            "Effect": "Deny", 
            "Resource": "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name", 
            "Condition": { 
                "StringLike": { 
                    "sagemaker:TargetContainerHostname": ["special*"] 
                } 
            } 
        } 
    ]
}

Para obtener información sobre las claves de SageMaker condición, consulte las claves de condición 
SageMaker en la Guía del usuario. AWS Identity and Access Management

Métricas de puntos de conexión multicontenedor con invocación directa

Además de las métricas de punto final que aparecen enSupervisa Amazon SageMaker con Amazon 
CloudWatch, SageMaker también proporciona métricas por contenedor.

Las métricas por contenedor para los puntos finales de varios contenedores con invocación directa 
se ubican en dos espacios de nombres y se clasifican en dos espacios de nombres: CloudWatch y.
AWS/SageMaker aws/sagemaker/Endpoints El espacio de nombres AWS/SageMaker incluye 
métricas relacionadas con la invocación y el espacio de nombres aws/sagemaker/Endpoints
incluye métricas de uso de memoria y CPU.

En la siguiente tabla, se enumeran las métricas por contenedor para los puntos de conexión 
multicontenedor con invocación directa. Todas las métricas utilizan la dimensión [EndpointName, 
VariantName, ContainerName], que filtra las métricas en un punto de conexión específico, para 
una variante específica y correspondientes a un contenedor específico. Estas métricas comparten los 
mismos nombres de métrica que las de las canalizaciones de inferencia, pero a nivel de contenedor 
[EndpointName, VariantName, ContainerName].

Nombre de métrica Descripción Dimensión NameSpace
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Invocations El número de solicitud 
es InvokeEnd 
point  enviadas 
a un contenedor 
dentro de un punto 
de conexión. Para 
obtener el número 
total de solicitud 
es enviadas a un 
contenedor, utilice 
la estadística Sum. 
Unidades: ninguna 
Estadísticas válidas:
Sum, Sample Count

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker

Invocation4XX 
Errors

El número de solicitud 
es InvokeEnd 
point  para el 
que el modelo 
devolvió un código 
de respuesta HTTP 
en un contenedor 
específico 4xx. Para 
cada respuesta, envía 
un. 4xx SageMaker
1 Unidades: ninguna 
Estadísticas válidas:
Average, Sum

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker
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Invocation5XX 
Errors

El número de solicitud 
es InvokeEnd 
point  para el 
que el modelo 
devolvió un código 
de respuesta HTTP 
en un contenedor 
específico 5xx. Para 
cada 5xx respuesta 
, SageMaker envía 
un1. Unidades: 
ninguna Estadísticas 
válidas: Average,
Sum

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker

Container 
Latency

El tiempo que tardó el 
contenedor de destino 
en responder visto 
desde SageMaker 
. Container 
Latency incluye el 
tiempo que se tardó 
en enviar la solicitud, 
obtener la respuesta 
del contenedor del 
modelo y completar 
la inferencia en 
el contenedor. 
Unidades: microsegu 
ndos Estadísticas 
válidas: Average,
Sum, Min, Max,
Sample Count

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker
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OverheadLatency El tiempo que se 
suma al tiempo 
necesario para 
responder a 
la solicitud de 
un cliente en 
concepto de gastos 
SageMaker generales 
. OverheadL 
atency se mide 
desde el momento en 
que se SageMaker 
recibe la solicitud 
hasta que devuelve 
una respuesta al 
cliente, menos 
elModelLatency . 
La latencia de 
sobrecargas puede 
variar en función 
de los tamaños de 
carga de solicitud 
y respuesta, la 
frecuencia de solicitud 
y la autenticación o 
la autorización de la 
solicitud, entre otros 
factores. Unidades: 
microsegundos 
Estadísticas válidas:
Average, Sum, Min,
Max, “Recuento de 
muestras”

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker

Opciones de alojamiento 4342



Amazon SageMaker Guía para desarrolladores

CPUUtilization El porcentaje de 
unidades de CPU 
usadas por cada 
contenedor que se 
ejecutan en una 
instancia. El valor 
oscila entre 0 % y 
100 %, y se multiplic 
a por el número de 
CPU. Por ejemplo, 
si hay cuatro CPU,
CPUUtilization
puede oscilar entre 
0 % y 400 %. En el 
caso de los puntos 
de conexión con 
invocación directa, el 
número de métricas 
de utilización de 
la CPU es igual al 
número de contenedo 
res de ese punto de 
conexión. Unidades: 
porcentaje

EndpointName ,
VariantName ,
ContainerName

aws/sagemaker/
Endpoints
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MemoryUti 
lizaton

El porcentaje de 
memoria que utiliza 
cada contenedor que 
se ejecuta en una 
instancia. Este valor 
oscila entre 0 % y 
100 %. Al igual que 
la utilización de la 
CPU, en los puntos 
finales con invocació 
n directa, el número 
de MemoryUtilization 
métricas es igual al 
número de contenedo 
res de ese punto final. 
Unidades: porcentaje

EndpointName ,
VariantName ,
ContainerName

aws/sagemaker/
Endpoints

Todas las métricas de la tabla anterior son específicas de los puntos de conexión multicontenedor 
con invocación directa. Además de estas métricas especiales por contenedor, también hay métricas 
a nivel de variante con dimensiones [EndpointName, VariantName] para todas las métricas de 
la tabla previstas ContainerLatency.

Puntos de conexión multicontenedor

Si desea configurar el escalado automático para un punto de conexión multicontenedor mediante la 
métrica InvocationsPerInstance, le recomendamos que el modelo de cada contenedor muestre 
un uso de la CPU y una latencia similares en cada solicitud de inferencia. Esto se recomienda 
porque si el tráfico al punto de conexión multicontenedor pasa de un modelo de bajo uso de CPU a 
un modelo de alto uso de CPU, pero el volumen total de llamadas sigue siendo el mismo, el punto 
de conexión no se amplía y es posible que no haya suficientes instancias para gestionar todas 
las solicitudes al modelo de alto uso de CPU. Para obtener información sobre la configuración del 
escalado automático de puntos de conexión, consulte Escala automáticamente los SageMaker 
modelos de Amazon.
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Solución de problemas de puntos de conexión multicontenedor

Las siguientes secciones pueden ayudarle a solucionar errores de puntos de conexión 
multicontenedor.

Errores de comprobación de estado de ping

Con varios contenedores, la memoria y CPU del punto de conexión están sometidas a una mayor 
presión durante la creación del punto de conexión. En concreto, las métricas MemoryUtilization
y CPUUtilization son más altas que las de los puntos de conexión de un solo contenedor, 
ya que la presión de utilización es proporcional al número de contenedores. Por este motivo, le 
recomendamos que elija tipos de instancias con suficiente memoria y CPU para asegurarse de que 
la instancia dispone de memoria suficiente para cargar todos los modelos (la misma guía se aplica 
a la implementación de una canalización de inferencia). De lo contrario, es posible que no se pueda 
crear el punto de conexión y se produzca un error como XXX did not pass the ping health 
check.

Falta la etiqueta Docker = true accept-bind-to-port

Los contenedores de un punto de conexión multicontenedor escuchan en el puerto especificado en 
la variable de entorno SAGEMAKER_BIND_TO_PORT en lugar de puerto 8080. Cuando un contenedor 
se ejecuta en un punto final con varios contenedores, proporciona SageMaker automáticamente esta 
variable de entorno al contenedor. Si esta variable de entorno no está presente, los contenedores de 
manera predeterminada asignan el uso del puerto 8080. Para indicar que el contenedor cumple con 
este requisito, ejecute el siguiente comando para añadir una etiqueta a su Dockerfile:

LABEL com.amazonaws.sagemaker.capabilities.accept-bind-to-port=true

De lo contrario, aparecerá un mensaje de error como Your Ecr Image XXX does not contain 
required com.amazonaws.sagemaker.capabilities.accept-bind-to-port=true 
Docker label(s).

Si su contenedor necesita escuchar en otro puerto, elija un puerto que esté en el intervalo 
especificado por la variable de entorno SAGEMAKER_SAFE_PORT_RANGE. Especifique el valor como 
un rango inclusivo en el formato XXXX - AAAA, donde XXXX y AAAA son números enteros de 
varios dígitos. SageMaker proporciona este valor automáticamente al ejecutar el contenedor en un 
punto final con varios contenedores.
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Alojamiento de modelos junto con la lógica de preprocesamiento como una 
canalización de inferencia en serie detrás de un punto de conexión

Una canalización de inferencia es un modelo de Amazon SageMaker que está compuesto de una 
secuencia lineal de dos a cinco contenedores que procesan solicitudes de inferencias en los datos. 
Utilice la canalización de inferencia para definir e implementar cualquier combinación de algoritmos 
integrados de SageMaker entrenados previamente y sus propios algoritmos personalizados 
empaquetados en los contenedores de Docker. Puede utilizar una canalización de inferencia para 
combinar tareas de ciencia de datos de preprocesamiento, predicciones y posprocesamiento. Las 
canalizaciones de inferencia se administran completamente.

Puede agregar contenedores de distribución de modelos SparkML y scikit-learn de SageMaker que 
vuelven a utilizar los transformadores de datos desarrollados para los modelos de entrenamiento. 
Toda la canalización de inferencia montada puede considerarse como un modelo de SageMaker que 
puede utilizar para realizar predicciones en tiempo real o para procesar transformaciones por lotes 
directamente sin ningún tipo de preprocesamiento externo.

Dentro de un modelo de canalización de inferencia, SageMaker controla invocaciones como 
una secuencia de solicitudes HTTP. El primer contenedor de la canalización gestiona la solicitud 
inicial, luego se envía la respuesta intermedia como una solicitud al segundo contenedor, y así 
sucesivamente para cada contenedor de la canalización. SageMaker devuelve la respuesta final al 
cliente.

Al implementar el modelo de canalización, SageMaker instala y ejecuta todos los contenedores 
en cada instancia de Amazon Elastic Compute Cloud (Amazon EC2) (Amazon EC2) en el punto 
de conexión o trabajo de transformación. El procesamiento de características y las inferencias 
se ejecutan con baja latencia, ya que los contenedores están ubicados en las misma instancias 
de EC2. Puede definir los contenedores para un modelo de canalización mediante la operación
CreateModel o desde la consola. En lugar de establecer un PrimaryContainer, utilice el 
parámetro Containers para establecer los contenedores que componen la canalización. También 
debe especificar el orden en el que se ejecutan los contenedores.

Un modelo de canalización es inmutable, pero puede actualizar una canalización de inferencia 
implementando una nueva con la operación UpdateEndpoint. Esta modularidad admite una mayor 
flexibilidad durante la experimentación.

Para obtener información sobre cómo crear una canalización de inferencias con el registro de 
modelos de SageMaker, consulte Registro e implementación de modelos con el registro de modelos.
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El uso de esta característica no tiene costos adicionales. Solo tiene que pagar por las instancias que 
se ejecutan en un punto de conexión.

Temas

• Cuadernos de ejemplo para canalizaciones de inferencia

• Procesamiento de características con Spark ML y Scikit-learn

• Creación de un modelo de canalización

• Ejecutar predicciones en tiempo real con una canalización de inferencia

• Ejecución de transformaciones por lotes con canalizaciones de inferencia

• Registros y métricas de canalización de inferencias

• Solución de problemas de canalizaciones de inferencia

Cuadernos de ejemplo para canalizaciones de inferencia

Para ver un ejemplo que muestra cómo crear e implementar canalizaciones de inferencia, consulte 
el cuaderno de muestra Inference Pipeline with Scikit-learn and Linear Learner. Si desea obtener 
instrucciones para crear instancias de cuaderno de Jupyter que pueda utilizar para ejecutar el 
ejemplo en SageMaker, y obtener acceso a ellas, consulte Instancias de Amazon SageMaker 
Notebook.

Para ver una lista de todas las muestras de SageMaker, después de crear y abrir una instancia de 
cuaderno, elija la pestaña Ejemplos de SageMaker. Existen tres blocs de notas de canalización 
de inferencias. Los dos primeros blocs de notas de canalización de inferencias que acabamos de 
describir se encuentran en la carpeta advanced_functionality y el tercer bloc de notas está 
en la carpeta sagemaker-python-sdk. Para abrir un bloc de notas, elija su pestaña Usar y, a 
continuación, elija Crear copia.

Procesamiento de características con Spark ML y Scikit-learn

Antes de entrenar un modelo con algoritmos de Amazon SageMaker integrados o algoritmos 
personalizados, puede utilizar preprocesadores Spark y scikit-learn para transformar sus datos y 
diseñar características.

Procesamiento de características con Spark ML

Puede ejecutar trabajos de Spark ML con AWS Glue, un servicio ETL (extracción, transformación 
servicio de carga) sin servidor, desde su cuaderno de SageMaker. También puede conectarse 
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a clústeres de EMR existentes para ejecutar trabajos de Spark ML con Amazon EMR. Para ello, 
necesita un rol de AWS Identity and Access Management (IAM) que conceda permiso para realizar 
llamadas desde su cuaderno de SageMaker a AWS Glue.

Note

Para ver qué versiones de Python y Spark admiten AWS Glue, consulte las Notas de la 
versión de AWS Glue.

Después de diseñar características, empaquete y serialice trabajos de Spark ML con MLeap en 
contenedores de MLeap que puede añadir a una canalización de inferencias. No es necesario 
utilizar clústeres de Spark administrados externamente. Con este enfoque, puede escalar sin 
problemas a partir de una muestra de filas a terabytes de datos. Los mismos transformadores 
trabajar tanto para entrenamiento como para inferencia, por lo que no es necesario duplicar el 
preprocesamiento y la lógica de ingeniería de características o desarrollar una solución puntual para 
que persistan los modelos. Con las canalizaciones de inferencia, no es necesario mantenerse fuera 
de la infraestructura, y puede realizar predicciones directamente a partir de las entradas de datos.

Cuando ejecuta un trabajo de Spark ML en AWS Glue, una canalización de Spark ML se serializa 
en formato MLeap. A continuación, puede utilizar el trabajo con el contenedor de distribución de 
de modelos SparkML en una canalización de inferencias de SageMaker. MLeap es un formato de 
serialización y motor de ejecución de canalizaciones de machine learning. Admite Spark, Scikit-learn 
y TensorFlow para entrenar canalizaciones y exportarlas a una canalización serializada denominada 
paquete de MLeap. Puede deserializar paquetes en Spark para la puntuación en modo de lotes o en 
el tiempo de ejecución de MLeap para impulsar servicios de API en tiempo real.

Para ver un ejemplo que muestra cómo utilizar el procesamiento de características con Spark ML, 
consulte el cuaderno de muestra Train an ML Model using Apache Spark in Amazon EMR and deploy 
in SageMaker.

Procesamiento de características con Scikit-Learn

Puede ejecutar y empaquetar trabajos de scikit-learn en contenedores directamente en Amazon 
SageMaker. Para consultar un ejemplo de código de Python para crear un modelo caracterizador de 
scikit-learn que se entrena en conjuntos de datos de la flor Iris de Fisher y predice la especie de iris 
en función de medidas morfológicas, consulte la página de entrenamiento y predicción de IRIS con 
SageMaker Scikit-learn.
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Creación de un modelo de canalización

Para crear un modelo de canalización que se pueda implementar en un punto de conexión o 
utilizarse para un trabajo de transformación por lotes, utilice la consola de Amazon SageMaker o la 
operación CreateModel.

Para crear una canalización de inferencia (consola)

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Elija Modelos y, a continuación, seleccione Crear modelos en el grupo Inferencia.

3. En la página Crear modelo, proporcione un nombre de modelo, elija un rol de IAM y, si desea 
utilizar una VPC privada, especifique los valores de la VPC.

4. Para añadir información sobre los contenedores en la canalización de inferencia, seleccione
Agregar contenedor y luego haga clic en Siguiente.
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5. Complete los campos para cada contenedor en el orden en el que desee ejecutarlos, hasta un 
máximo de quince. Complete los campos Opciones de entrada del contenedor, Ubicación de la 
imagen de código de inferencia y, opcionalmente, Ubicación de artefactos de modelos, Nombre 
de host de contenedor y Variables de entorno.
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La página MyInferencePipelineModel resume la configuración de los contenedores que 
proporcionan una entrada para el modelo. Si ha proporcionado las variables de entorno en una 
definición de contenedor correspondiente, SageMaker las muestra en el campo Variables de 
entorno.
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Ejecutar predicciones en tiempo real con una canalización de inferencia

Puede utilizar modelos entrenados en una canalización de inferencia para realizar predicciones 
en tiempo real directamente sin realizar preprocesamiento externo. Al configurar la canalización, 
puede optar por utilizar los transformadores de características integradas ya disponibles en Amazon 
SageMaker. O bien, puede implementar su propia lógica de transformación con solo unas pocas 
líneas de código de scikit-learn o Spark.

MLeap, un formato de serialización y motor de ejecución para canalizaciones de machine 
learning, admite Spark, scikit-learn y TensorFlow para entrenar canalizaciones y exportarlas a una 
canalización serializada denominada MLeap Bundle. Puede deserializar paquetes en Spark para la 
puntuación en modo de lotes o en el tiempo de ejecución de MLeap para impulsar servicios de API 
en tiempo real.

Los contenedores de una canalización escuchan en el puerto especificado en la variable de entorno
SAGEMAKER_BIND_TO_PORT (en lugar de 8080). Al ejecutar en una canalización de interferencia, 
SageMaker proporciona automáticamente esta variable de entorno a contenedores. Si esta variable 
de entorno no está presente, los contenedores de manera predeterminada asignan el uso del puerto 
8080. Para indicar que el contenedor cumple con este requisito, ejecute el siguiente comando para 
añadir una etiqueta a su Dockerfile:

LABEL com.amazonaws.sagemaker.capabilities.accept-bind-to-port=true

Si su contenedor necesita escuchar en otro puerto, elija un puerto que esté en el intervalo 
especificado por la variable de entorno SAGEMAKER_SAFE_PORT_RANGE. Especifique el valor 
como intervalo inclusivo en formato "XXXX-YYYY", donde XXXX y YYYY son dos números enteros 
de varios dígitos. SageMaker proporciona este valor de forma automática cuando se ejecuta el 
contenedor en un punto de conexión multicontenedor.

Note

Para usar imágenes de Docker personalizadas en una canalización que incluye algoritmos 
integrados de SageMaker, necesita una política de Amazon Elastic Container Registry 
(Amazon ECR). Su repositorio de Amazon ECR debe conceder permiso a SageMaker 
para extraer la imagen. Para obtener más información, consulte Solución de problemas de 
permisos de Amazon ECR para canalizaciones de inferencia.
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Creación e implementación de un punto de conexión de canalización de inferencia

El código siguiente crea e implementa un modelo de canalización de inferencia en tiempo real con 
modelos SparkML y XGBoost en series con el SDK de SageMaker.

from sagemaker.model import Model
from sagemaker.pipeline_model import PipelineModel
from sagemaker.sparkml.model import SparkMLModel

sparkml_data = 's3://{}/{}/{}'.format(s3_model_bucket, s3_model_key_prefix, 
 'model.tar.gz')
sparkml_model = SparkMLModel(model_data=sparkml_data)
xgb_model = Model(model_data=xgb_model.model_data, image=training_image)

model_name = 'serial-inference-' + timestamp_prefix
endpoint_name = 'serial-inference-ep-' + timestamp_prefix
sm_model = PipelineModel(name=model_name, role=role, models=[sparkml_model, xgb_model])
sm_model.deploy(initial_instance_count=1, instance_type='ml.c4.xlarge', 
 endpoint_name=endpoint_name)

Solicitar inferencia en tiempo real desde un punto de conexión de canalización de inferencia

El ejemplo siguiente muestra cómo realizar predicciones en tiempo real llamando a un punto de 
conexión de inferencia y trasladando una carga de solicitud en formato JSON:

import sagemaker
from sagemaker.predictor import json_serializer, json_deserializer, Predictor

payload = { 
        "input": [ 
            { 
                "name": "Pclass", 
                "type": "float", 
                "val": "1.0" 
            }, 
            { 
                "name": "Embarked", 
                "type": "string", 
                "val": "Q" 
            }, 
            { 
                "name": "Age", 
                "type": "double", 
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                "val": "48.0" 
            }, 
            { 
                "name": "Fare", 
                "type": "double", 
                "val": "100.67" 
            }, 
            { 
                "name": "SibSp", 
                "type": "double", 
                "val": "1.0" 
            }, 
            { 
                "name": "Sex", 
                "type": "string", 
                "val": "male" 
            } 
        ], 
        "output": { 
            "name": "features", 
            "type": "double", 
            "struct": "vector" 
        } 
    }

predictor = Predictor(endpoint=endpoint_name, sagemaker_session=sagemaker.Session(), 
 serializer=json_serializer, 
                                content_type='text/csv', accept='application/json'

print(predictor.predict(payload))

La respuesta que obtiene de predictor.predict(payload) es el resultado de la inferencia del 
modelo.

Ejemplo de canalización de inferencia en tiempo real

Puede ejecutar este bloc de notas de ejemplo mediante el predictor SKLearn que muestra cómo 
implementar un punto de conexión, ejecutar una solicitud de inferencia y, a continuación, deserializar 
la respuesta. Puede encontrar este cuaderno y otros ejemplos en el repositorio de Github de ejemplo 
de Amazon SageMaker.
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Ejecución de transformaciones por lotes con canalizaciones de inferencia

Para obtener inferencias sobre un conjunto de datos completo, ejecute una transformación por lotes 
en un modelo entrenado. Para ejecutar inferencias en un conjunto de datos completo, puede utilizar 
el mismo modelo de canalización de inferencias que se creó e implementó en un punto de conexión 
con el procesamiento en tiempo real de trabajos de transformación por lotes. Para ejecutar un trabajo 
de transformación por lotes en una canalización, descargue los datos de entrada desde Amazon 
S3 y envíelos en una o varias solicitudes HTTP al modelo de canalización de inferencia. Para ver 
un ejemplo que muestra cómo preparar los datos para una transformación por lotes, consulte la 
“Sección 2: Preprocesamiento de los datos de alojamiento sin procesar con Scikit Learn” del Puntos 
de conexión multimodelo de Amazon SageMaker con el cuaderno de muestra de aprendizaje lineal. 
Para obtener más información sobre las transformaciones por lotes en Amazon SageMaker, consulte
Utilice la transformación por lotes.

Note

Para usar imágenes de Docker personalizadas en una canalización que incluye algoritmos 
integrados de Amazon SageMaker, necesita una política de Amazon Elastic Container 
Registry (Amazon ECR). Su repositorio de Amazon ECR debe conceder permiso a 
SageMaker para extraer la imagen. Para obtener más información, consulte Solución de 
problemas de permisos de Amazon ECR para canalizaciones de inferencia.

El ejemplo siguiente muestra cómo ejecutar un trabajo de transformación que usa el Amazon 
SageMaker Python SDK. En este ejemplo, model_name es la canalización de inferencia que 
combina modelos SparkML y XGBoost (creada en ejemplos anteriores). La ubicación de Amazon 
S3 especificada por input_data_path contiene los datos de entrada, en formato CSV, que se 
van a descargar y envíar al modelo de Spark ML. Una vez finalizado el trabajo de transformación, 
la ubicación de Amazon S3 especificada por output_data_path contiene los datos de salida 
devueltos por el modelo de XGBoost en formato CSV.

import sagemaker
input_data_path = 's3://{}/{}/{}'.format(default_bucket, 'key', 'file_name')
output_data_path = 's3://{}/{}'.format(default_bucket, 'key')
transform_job = sagemaker.transformer.Transformer( 
    model_name = model_name, 
    instance_count = 1, 
    instance_type = 'ml.m4.xlarge', 
    strategy = 'SingleRecord', 
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    assemble_with = 'Line', 
    output_path = output_data_path, 
    base_transform_job_name='inference-pipelines-batch', 
    sagemaker_session=sagemaker.Session(), 
    accept = CONTENT_TYPE_CSV)
transform_job.transform(data = input_data_path,  
                        content_type = CONTENT_TYPE_CSV,  
                        split_type = 'Line')

Registros y métricas de canalización de inferencias

El monitorización es importante para mantener la fiabilidad, disponibilidad y desempeño de los 
recursos de Amazon SageMaker. Para monitorizar y solucionar los problemas de rendimiento de 
canalización de inferencia, utilice los registros y mensajes de error de los registros de Amazon 
CloudWatch. Para obtener información sobre las herramientas de monitorización que SageMaker 
proporciona, consulte Supervisa AWS los recursos aprovisionados durante el uso de Amazon 
SageMaker.

Uso de métricas para monitorizar modelos de varios contenedores

Para supervisar los modelos de varios contenedores en las canalizaciones de inferencia, utilice 
Amazon CloudWatch. CloudWatch recopila los datos sin procesar y los procesa para convertirlos 
en métricas legibles casi en tiempo real. Los puntos de conexión y los trabajos de entrenamiento 
de SageMaker escriben las métricas y los registros de CloudWatch en el espacio de nombres AWS/
SageMaker.

Las siguientes tablas muestran las métricas y dimensiones de los siguientes:

• Invocaciones de punto de conexión

• Trabajos de entrenamiento, trabajos de transformación por lotes e instancias de punto de conexión

Una dimensión es un par de nombre-valor que identifica una métrica de forma inequívoca. Puede 
asignar hasta 10 dimensiones a una métrica. Para obtener más información sobre monitorizaciones 
con CloudWatch, consulte Supervisa Amazon SageMaker con Amazon CloudWatch.

Métricas de invocación de puntos de conexión

El espacio de nombres AWS/SageMaker incluye las siguientes métricas de respuesta desde 
llamadas en InvokeEndpoint .

Las métricas se notifican a intervalos de 1 minuto.
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Métrica Descripción

Invocatio 
n4XXErrors

El número de solicitudes InvokeEndpoint  para el que el modelo 
devolvió un código de respuesta HTTP 4xx. Por cada respuesta de 4xx, 
SageMaker envía un 1.

Unidades: ninguna

Estadísticas válidas: Average, Sum

Invocatio 
n5XXErrors

El número de solicitudes InvokeEndpoint  para el que el modelo 
devolvió un código de respuesta HTTP 5xx. Por cada respuesta de 5xx, 
SageMaker envía un 1.

Unidades: ninguna

Estadísticas válidas: Average, Sum

Invocations Las solicitudes de number of InvokeEndpoint  enviadas a un 
punto de conexión del modelo.

Para obtener el número total de solicitudes enviadas a un punto de 
conexión del modelo, utilice la estadística Sum.

Unidades: ninguna

Estadísticas válidas: Sum, Sample Count

Invocatio 
nsPerInstance

El número de invocaciones enviado a un modelo, normalizado por
InstanceCount  en cada ProductionVariant . SageMaker 
envía 1/numberOfInstances  como el valor de cada solicitud, donde
numberOfInstances  es el número de instancias activas para la 
ProductionVariant en el punto de conexión en el momento de la solicitud.

Unidades: ninguna

Estadísticas válidas: Sum

ModelLatency El tiempo que el modelo o modelos tardan en responder. Esto incluye el 
tiempo necesario para enviar la solicitud, para obtener la respuesta del 
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Métrica Descripción

contenedor de modelos y para completar la inferencia en el contenedor.
ModelLatency  es el tiempo total que tardan todos los contenedores 
en una canalización de inferencia.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count

OverheadLatency El tiempo añadido al tiempo que SageMaker necesita para responder 
a la solicitud de un cliente por una sobrecarga. OverheadLatency
se mide desde el momento en que SageMaker recibe la solicitud hasta 
que devuelve una respuesta al cliente, menos la ModelLatency . La 
latencia de sobrecargas puede variar en función de los tamaños de 
carga de solicitud y respuesta, la frecuencia de solicitud y la autentica 
ción o la autorización de la solicitud, entre otros factores.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count

Container 
Latency

El tiempo necesario para un contenedor de canalizaciones de inferenci 
a para responder como se ve desde SageMaker. ContainerLatency
incluye el tiempo necesario para enviar la solicitud, para obtener la 
respuesta del contenedor del modelo para completar la inferencia en el 
contenedor.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count

Dimensiones de las métricas de invocación de puntos de conexión
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Dimensión Descripción

EndpointName, 
VariantName, 
ContainerName

Filtra las métricas de invocación de punto de conexión para Productio 
nVariant  en el punto de conexión especificado y para la variante 
especificada.

Para un punto de conexión de canalización de inferencia, CloudWatch muestra en una lista métricas 
de contenedor de puntos de conexión y métricas de variante de puntos de conexión en el espacio de 
nombres de SageMaker, de la siguiente manera: La métrica ContainerLatency solo aparece para 
canalizaciones de inferencias.

Para cada punto de conexión y cada contenedor, las métricas de latencia muestran los nombres del 
contenedor, punto de conexión, variante y métrica.

Métricas de instancias de punto de conexión, trabajo de transformación por lotes y trabajo de 
entrenamiento

Los espacios de nombres /aws/sagemaker/TrainingJobs, /aws/sagemaker/
TransformJobs y /aws/sagemaker/Endpoints incluyen las siguientes métricas para los 
trabajos de entrenamiento y las instancias de punto de conexión.
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Las métricas se notifican a intervalos de 1 minuto.

Métrica Descripción

CPUUtilization El porcentaje de unidades de CPU usadas por los contenedores que 
se ejecutan en una instancia. El valor oscila entre 0 % y 100 %, y se 
multiplica por el número de CPU. Por ejemplo, si hay cuatro CPU,
CPUUtilization  puede oscilar entre el 0 % y el 400 %.

Para los trabajos de entrenamiento, CPUUtilization  es la utilización 
de la CPU del contenedor de algoritmos que se ejecutan en la instancia.

Para los trabajos de transformación por lotes, CPUUtilization  es la 
utilización de la CPU del contenedor de transformación que se ejecuta 
en la instancia.

Para modelos de varios contenedores, CPUUtilization  es la suma 
de la utilización de CPU por parte de todos los contenedores que se 
ejecutan en la instancia.

Para variantes de punto de conexión, CPUUtilization  es la suma 
de la utilización de CPU por parte de todos los contenedores que se 
ejecutan en la instancia.

Unidades: porcentaje

MemoryUti 
lization

El porcentaje de memoria que utilizan los contenedores que se ejecutan 
en una instancia. Este valor oscila entre 0 % y 100 %.

Para trabajos de entrenamiento, MemoryUtilization  es la memoria 
utilizada por el contenedor de algoritmos que se ejecuta en la instancia.

Para trabajos de transformación por lotes, MemoryUtilization  es la 
memoria utilizada por el contenedor de transformación que se ejecuta en 
la instancia.
Para modelos de varios contenedores, MemoryUtilization  es la 
suma de memoria utilizada por todos los contenedores que se ejecutan 
en la instancia.
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Métrica Descripción

Para variantes de punto de conexión, MemoryUtilization  es la 
suma de memoria utilizada por todos los contenedores que se ejecutan 
en la instancia.

Unidades: porcentaje

GPUUtilization El porcentaje de unidades de GPU que se utilizan en los contenedores 
que se ejecutan en una instancia. GPUUtilization  oscila entre 0 % y 
100 % y se multiplica por el número de GPU. Por ejemplo, si hay cuatro 
GPU, GPUUtilization  puede oscilar entre el 0 % y el 400 %.

Para trabajos de entrenamiento, GPUUtilization  es la GPU que 
utiliza el contenedor de algoritmo que se ejecuta en la instancia.

Para trabajos de transformación por lotes, GPUUtilization  es la 
GPU utilizada por el contenedor de transformación que se ejecuta en la 
instancia.

Para modelos de varios contenedores, GPUUtilization  es la suma 
de GPU utilizada por todos los contenedores que se ejecutan en la 
instancia.

Para variantes de punto de conexión, GPUUtilization  es la suma de 
GPU utilizada por todos los contenedores que se ejecutan en la instancia 
.

Unidades: porcentaje
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Métrica Descripción

GPUMemory 
Utilization

El porcentaje de memoria de GPU que utilizan los contenedores que 
se ejecutan en una instancia. GPUMemoryUtilization oscila entre 0 % y 
100 % y se multiplica por el número de GPU. Por ejemplo, si hay cuatro 
GPU, GPUMemoryUtilization  puede oscilar entre el 0 % y el 
400 %.

Para trabajos de entrenamiento, GPUMemoryUtilization  es la 
memoria de GPU utilizada por el contenedor de algoritmos que se 
ejecuta en la instancia.

Para trabajos de transformación por lotes, GPUMemoryUtilization
es la memoria de GPU utilizada por el contenedor de transformación que 
se ejecuta en la instancia.

Para modelos de varios contenedores, GPUMemoryUtilization  es 
la suma de GPU utilizados por todos los contenedores que se ejecutan 
en la instancia.

Para variantes de punto de conexión, GPUMemoryUtilization  es la 
suma de la memoria de GPU utilizada por todos los contenedores que se 
ejecutan en la instancia.

Unidades: porcentaje

DiskUtilization El porcentaje de espacio en disco usado por los contenedores que se 
ejecutan en una instancia. DiskUtilization oscila entre 0 % y 100 %. Esta 
métrica no es compatible con los trabajos de transformación por lotes.

Para trabajos de entrenamiento, DiskUtilization  es el espacio 
en disco utilizado por el contenedor de algoritmos que se ejecuta en la 
instancia.

Para variantes de punto de conexión, DiskUtilization  es la suma 
de espacio en disco utilizado por todos los contenedores proporcionados 
que se ejecutan en la instancia.

Unidades: porcentaje
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Dimensiones de métricas de instancias de punto de conexión, trabajo de transformación por lotes y 
trabajo de entrenamiento

Dimensión Descripción

Host Para trabajos de entrenamiento, Host tiene el formato [training-
job-name]/algo-[instance-number-in-cluster] . Utilice 
esta dimensión para filtrar métricas de instancias para la instancia y 
el trabajo de entrenamiento especificados. Este formato de dimensión 
está solo presente en el espacio de nombres /aws/sagemaker/Tra 
iningJobs .

Para trabajos de transformación por lotes, Host tiene el formato
[transform-job-name]/[instance-id] . Utilice esta 
dimensión para filtrar métricas de instancias para la instancia y el trabajo 
de transformación por lotes especificados. Este formato de dimensión 
está solo presente en el espacio de nombres /aws/sagemaker/Tra 
nsformJobs .

Para los puntos de conexión, Host tiene el formato [endpoint-
name]/[ production-variant-name ]/[instance-id] . 
Utilice esta dimensión para filtrar métricas de instancias para la instancia 
, la variante y el punto de conexión especificados. Este formato de 
dimensión está solo presente en el espacio de nombres /aws/sage 
maker/Endpoints .

Para ayudarle a depurar las configuraciones de ciclo de vida de instancias de cuaderno, puntos 
de conexión y trabajos de entrenamiento, SageMaker también enviará cualquier cosa que una 
configuración de ciclo de vida de un contenedor de algoritmos, un contenedor de modelos o una 
instancia de cuaderno envíe a stdout o stderr a los registros de Amazon CloudWatch. Puede 
utilizar esta información para depuración y para analizar el progreso.

Uso de registros para monitorizar una canalización de inferencia

En la tabla siguiente se muestran los grupos de registro y los flujos de registro que SageMaker envía 
a Amazon CloudWatch
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Un flujo de registro es una secuencia de eventos de registro que comparten la misma fuente. Cada 
fuente independiente de registros en CloudWatch constituye un flujo de registro independiente. 
Un grupo de registro es un grupo de flujos de registro que comparten la misma configuración de 
retención, monitorización y control de acceso.

Registros

Nombre del grupo de 
registro

Nombre del flujo de registro

/aws/sagemaker/
TrainingJobs

[training-job-name]/algo-[instance-number-in- 
cluster]-[epoch_timestamp]

[production-variant-name]/[instance-id]

[production-variant-name]/[instance-id]

/aws/sagemaker/
Endpoints/[E 
ndpointName]

[production-variant-name]/[instance-id]/[cont 
ainer-name provided in the SageMaker model] (For 
Inference Pipelines)  Para canalizaciones de inferencia de 
registros, si no se proporcionan los nombres de contenedor, utiliza** 
container-1, container-2**, etc., en el orden en el que los contenedores 
se proporcionan en el modelo.

/aws/sagemaker/
NotebookInst 
ances

[notebook-instance-name]/[LifecycleConfigHook]

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]/data-log

/aws/sagemaker/
TransformJobs

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]/[container-name provided in the SageMaker 
model] (For Inference Pipelines)  Para canalizaciones de 
inferencia de registros, si no se proporcionan los nombres de contenedo 
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Nombre del grupo de 
registro

Nombre del flujo de registro

r, utiliza**container-1, container-2**, etc., en el orden en el que los 
contenedores se proporcionan en el modelo.

Note

SageMaker crea el grupo de registro /aws/sagemaker/NotebookInstances al crear 
una instancia con bloc de notas con una configuración de ciclo de vida. Para obtener 
más información, consulte Personalización de una instancia de cuaderno con un script de 
configuración del ciclo de vida.

Para obtener más información acerca del registro en SageMaker, consulte Registra SageMaker los 
eventos de Amazon con Amazon CloudWatch.

Solución de problemas de canalizaciones de inferencia

Para solucionar los problemas de canalización de inferencia, utilice los registros y mensajes de error 
de CloudWatch. Si está utilizando imágenes de Docker personalizadas en una canalización que 
incluye algoritmos de Amazon SageMaker integrados, es posible que también detecte problemas de 
permisos. Para conceder los permisos necesarios, cree una política de Amazon Elastic Container 
Registry (Amazon ECR).

Temas

• Solución de problemas de permisos de Amazon ECR para canalizaciones de inferencia

• Uso de registros de CloudWatch para solucionar problemas de canalizaciones de inferencia de 
SageMaker

• Utilizar mensajes de error para solucionar problemas de canalizaciones de inferencia

Solución de problemas de permisos de Amazon ECR para canalizaciones de inferencia

Cuando usa imágenes de Docker personalizadas en una canalización que incluye algoritmos 
integrados de SageMaker, necesita una política de Amazon ECR. La política permite al repositorio de 
Amazon ECR conceder permisos a SageMaker para extraer la imagen. La política debe agregar los 
permisos siguientes:
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{ 
    "Version": "2008-10-17", 
    "Statement": [ 
        { 
            "Sid": "allowSageMakerToPull", 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": [ 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage", 
                "ecr:BatchCheckLayerAvailability" 
            ] 
        } 
    ]
}

Uso de registros de CloudWatch para solucionar problemas de canalizaciones de inferencia de 
SageMaker

SageMaker publica los registros de contenedor de los puntos de conexión que implementan una 
canalización de inferencia a Amazon CloudWatch en la siguiente ruta para cada contenedor.

/aws/sagemaker/Endpoints/{EndpointName}/{Variant}/{InstanceId}/{ContainerHostname}

Por ejemplo, los registros para este punto de conexión se publican en los siguientes grupos de 
registros y secuencias:

EndpointName: MyInferencePipelinesEndpoint
Variant: MyInferencePipelinesVariant
InstanceId: i-0179208609ff7e488
ContainerHostname: MyContainerName1 and MyContainerName2

logGroup: /aws/sagemaker/Endpoints/MyInferencePipelinesEndpoint
logStream: MyInferencePipelinesVariant/i-0179208609ff7e488/MyContainerName1
logStream: MyInferencePipelinesVariant/i-0179208609ff7e488/MyContainerName2

Un flujo de registro es una secuencia de eventos de registro que comparten la misma fuente. Cada 
fuente independiente de registros en CloudWatch constituye un flujo de registro independiente. 
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Un grupo de registro es un grupo de flujos de registro que comparten la misma configuración de 
retención, monitorización y control de acceso.

Para ver los grupos de registro y secuencias

1. Abra la consola de CloudWatch en https://console.aws.amazon.com/cloudwatch/.

2. En el panel de navegación, elija Registros.

3. En Grupos de registro, filtre en MyInferencePipelinesEndpoint:

4. Para ver las secuencias de registros, en la página Grupos de registros de CloudWatch, elija
MyInferencePipelinesEndpoint y, a continuación, Buscar grupo de registros.

Para obtener una lista de los registros que SageMaker publica, consulte Registros y métricas de 
canalización de inferencias.

Utilizar mensajes de error para solucionar problemas de canalizaciones de inferencia

Los mensajes de error de canalización de inferencia indican que los contenedores presentan errores.

Si se produce un error mientras SageMaker está invocando un punto de conexión, el servicio 
devuelve un ModelError (código de error 424), que indica que se ha producido un error en el 
contenedor. Si la carga de la solicitud (la respuesta del contenedor anterior) supera el límite de 5 MB, 
SageMaker proporciona un mensaje de error detallado como:

Se ha recibido respuesta de MyContainerName1 con código de estado 200. Sin embargo, la carga 
de solicitud de MyContainerName1 a MyContainerName2 es de 6000000 bytes, que ha superado el 
límite máximo de 5 MB.
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Si un contenedor genera un error en la comprobación de estado de ping al mismo tiempo que 
SageMaker crea un punto de conexión, devuelve un ClientError e indica todos los contenedores 
que no han superado la comprobación de ping en la última la comprobación de estado.

Eliminar puntos de conexión y recursos

Elimine puntos de conexión para dejar de incurrir en gastos.

Eliminar punto de conexión

Elimine su punto final mediante programación medianteAWS SDK for Python (Boto3), con la AWS 
CLI consola o de forma interactiva mediante la consola. SageMaker

SageMaker libera todos los recursos que se desplegaron cuando se creó el punto final. Al eliminar 
un punto final, no se eliminará la configuración del punto final ni el SageMaker modelo. Consulte
Eliminar configuración de punto de conexión y Eliminar modelo para obtener información sobre cómo 
eliminar la configuración y el SageMaker modelo de su punto final.

AWS SDK for Python (Boto3)

Utilice la API DeleteEndpoint para eliminar el punto de conexión. Especifique el nombre del 
punto de conexión para el campo EndpointName.

import boto3

# Specify your AWS Region
aws_region='<aws_region>'

# Specify the name of your endpoint
endpoint_name='<endpoint_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Delete endpoint
sagemaker_client.delete_endpoint(EndpointName=endpoint_name)

AWS CLI

Para eliminar el punto de conexión, utilice el comando delete-endpoint. Especifique el 
nombre del punto de conexión para la marca endpoint-name.
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aws sagemaker delete-endpoint --endpoint-name <endpoint-name>

SageMaker Console

Elimine el punto final de forma interactiva con la SageMaker consola.

1. En el menú de navegación de la SageMaker consola https://console.aws.amazon.com/ 
sagemaker/, seleccione Inferencia.

2. Elija Puntos de conexión en el menú desplegable. Aparecerá una lista de puntos de conexión 
creados en su cuenta de AWS por nombre, Nombre de recurso de Amazon (ARN), hora de 
creación, estado y una marca de hora de la última actualización del punto de conexión.

3. Seleccione el punto de conexión que desea eliminar.

4. Seleccione el botón desplegable Acciones en la esquina superior derecha.

5. Elija Eliminar.

Eliminar configuración de punto de conexión

Elimine la configuración de su punto final mediante programación medianteAWS SDK for Python 
(Boto3), con la consola o de forma interactiva mediante la AWS CLI consola. SageMaker Al eliminar 
una configuración de punto de conexión, no se eliminan los puntos de conexión creados con esta 
configuración. Consulte Eliminar punto de conexión para obtener información sobre cómo eliminar un 
punto de conexión.

No elimine una configuración de punto de conexión que esté utilizando un punto de conexión activo 
o mientras el punto de conexión se está actualizando o creando. Es posible que pierda visibilidad 
sobre el tipo de instancia que utiliza el punto de conexión si elimina la configuración de un punto de 
conexión que está activo o que se está creando o actualizando.

AWS SDK for Python (Boto3)

Utilice la API DeleteEndpointConfig para eliminar el punto de conexión. Especifique el 
nombre de la configuración del punto de conexión para el campo EndpointConfigName.

import boto3

# Specify your AWS Region
aws_region='<aws_region>'

# Specify the name of your endpoint configuration
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endpoint_config_name='<endpoint_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Delete endpoint configuration
sagemaker_client.delete_endpoint_config(EndpointConfigName=endpoint_config_name) 
                         

Si lo desea, puede utilizar la API DescribeEndpointConfig para devolver información sobre 
el nombre de los modelos implementados (variantes de producción), como el nombre del modelo 
y el nombre de la configuración del punto de conexión asociada a ese modelo implementado. 
Proporcione el nombre del punto de conexión en el campo EndpointConfigName.

# Specify the name of your endpoint
endpoint_name='<endpoint_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Store DescribeEndpointConfig response into a variable that we can index in the 
 next step.
response = 
 sagemaker_client.describe_endpoint_config(EndpointConfigName=endpoint_name)

# Delete endpoint
endpoint_config_name = response['ProductionVariants'][0]['EndpointConfigName'] 
                         
# Delete endpoint configuration
sagemaker_client.delete_endpoint_config(EndpointConfigName=endpoint_config_name)     
                     
                         

Para obtener más información sobre otros elementos de respuesta devueltos 
porDescribeEndpointConfig, consulte la guía de referencia de
DescribeEndpointConfigla SageMaker API.

AWS CLI

Utilice el comando delete-endpoint-config para eliminar la configuración del punto de 
conexión. Especifique el nombre de la configuración del punto de conexión para la marca
endpoint-config-name.
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aws sagemaker delete-endpoint-config \ 
                        --endpoint-config-name <endpoint-config-name>

Si lo desea, puede utilizar el comando describe-endpoint-config para devolver información 
sobre el nombre de los modelos implementados (variantes de producción), como el nombre 
del modelo y el nombre de la configuración del punto de conexión asociado a ese modelo 
implementado. Proporcione el nombre del punto de conexión para la marca endpoint-config-
name.

aws sagemaker describe-endpoint-config --endpoint-config-name <endpoint-config-name>

Se devolverá una respuesta JSON. Puede copiar y pegar o utilizar un analizador de JSON o 
una herramienta diseñada para análisis de JSON para obtener el nombre de la configuración del 
punto de conexión asociado a ese punto de conexión.

SageMaker Console

Elimine la configuración de su terminal de forma interactiva con la SageMaker consola.

1. En el menú de navegación de la SageMaker consola, en https://console.aws.amazon.com/ 
sagemaker/, seleccione Inferencia.

2. Elija Configuraciones de puntos de conexión en el menú desplegable. Aparecerá una lista 
de las configuraciones de puntos de conexión creadas en su cuenta de AWS por nombre, 
Nombre de recurso de Amazon (ARN) y hora de creación.

3. Seleccione la configuración del punto de conexión que desea eliminar.

4. Seleccione el botón desplegable Acciones en la esquina superior derecha.

5. Elija Eliminar.

Eliminar modelo

Elimine el SageMaker modelo mediante programación medianteAWS SDK for Python (Boto3), con la 
consola o de forma interactiva mediante la AWS CLI consola. SageMaker Al eliminar un SageMaker 
modelo, solo se elimina la entrada del modelo en la que se creó. SageMaker La eliminación del 
modelo no elimina los artefactos del modelo, el código de inferencia ni el rol de IAM que especificó al 
crear el modelo.

Opciones de alojamiento 4373

https://docs.aws.amazon.com/cli/latest/reference/sagemaker/describe-endpoint-config.html
https://console.aws.amazon.com/sagemaker/
https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guía para desarrolladores

AWS SDK for Python (Boto3)

Utilice la DeleteModelAPI para eliminar el SageMaker modelo. Especifique el nombre del 
modelo para el campo ModelName.

import boto3

# Specify your AWS Region
aws_region='<aws_region>'

# Specify the name of your endpoint configuration
model_name='<model_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Delete model
sagemaker_client.delete_model(ModelName=model_name) 
                         

Si lo desea, puede utilizar la API DescribeEndpointConfig para devolver información sobre 
el nombre de los modelos implementados (variantes de producción), como el nombre del modelo 
y el nombre de la configuración del punto de conexión asociada a ese modelo implementado. 
Proporcione el nombre del punto de conexión en el campo EndpointConfigName.

# Specify the name of your endpoint
endpoint_name='<endpoint_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Store DescribeEndpointConfig response into a variable that we can index in the 
 next step.
response = 
 sagemaker_client.describe_endpoint_config(EndpointConfigName=endpoint_name)

# Delete endpoint
model_name = response['ProductionVariants'][0]['ModelName']
sagemaker_client.delete_model(ModelName=model_name)                         
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Para obtener más información sobre otros elementos de respuesta devueltos 
porDescribeEndpointConfig, consulta DescribeEndpointConfigla guía de referencia de 
la SageMaker API.

AWS CLI

Usa el delete-modelcomando para eliminar tu SageMaker modelo. Especifique el nombre del 
modelo para el campo model-name.

aws sagemaker delete-model \ 
                        --model-name <model-name>

Si lo desea, puede utilizar el comando describe-endpoint-config para devolver información 
sobre el nombre de los modelos implementados (variantes de producción), como el nombre 
del modelo y el nombre de la configuración del punto de conexión asociado a ese modelo 
implementado. Proporcione el nombre del punto de conexión para la marca endpoint-config-
name.

aws sagemaker describe-endpoint-config --endpoint-config-name <endpoint-config-name>

Se devolverá una respuesta JSON. Puede copiar y pegar o utilizar un analizador de JSON o una 
herramienta diseñada para análisis de JSON para obtener el nombre del modelo asociado a ese 
punto de conexión.

SageMaker Console

Elimine el SageMaker modelo de forma interactiva con la SageMaker consola.

1. En el menú de navegación de la SageMaker consola https://console.aws.amazon.com/ 
sagemaker/, elija Inferencia.

2. En el menú desplegable, seleccione Modelos. Aparecerá una lista de los modelos creados en 
su cuenta de AWS por nombre, Nombre de recurso de Amazon (ARN) y hora de creación.

3. Seleccione el modelo que desea eliminar.

4. Seleccione el botón desplegable Acciones en la esquina superior derecha.

5. Elija Eliminar.
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Escala automáticamente los SageMaker modelos de Amazon

Amazon SageMaker admite el escalado automático (autoescalado) para sus modelos alojados. El
escalado automático ajusta dinámicamente el número de instancias aprovisionadas para un modelo 
en respuesta a los cambios en su carga de trabajo. Cuando la carga de trabajo aumenta, el escalado 
automático proporciona más instancias en línea. Cuando la carga de trabajo desciende, el escalado 
automático quita las instancias innecesarias, a fin de que no pague por las instancias aprovisionadas 
que no utiliza.

Temas

• Descripción general del escalado automático

• Configuración del escalado automático de modelos con la consola

• Registrar un modelo

• Definir una política de escalado

• Aplicar una política de escalado

• Edición de una política de escalado

• Eliminación de una política de escalado

• Compruebe el estado de una actividad de escalado describiendo las actividades de escalado

• Prueba de carga de la configuración de escalado automático

• Úselo AWS CloudFormation para crear una política de escalado

• Actualizar o eliminar puntos finales que utilizan el escalado automático

Descripción general del escalado automático

La siguiente descripción general proporciona detalles sobre los requisitos previos y los componentes 
que se utilizan para el escalado automático.

Temas

• Requisitos previos

• Resumen de la política de escalado

• Escalado según una programación

• Límites de escalado mínimo y máximo

• Periodo de recuperación
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• Permisos

• Rol vinculado a servicio

• Recursos relacionados

Requisitos previos

Antes de poder utilizar el escalado automático, debe haber creado ya un punto final de SageMaker 
modelo de Amazon. Puede tener varias versiones de modelos para el mismo punto final. Cada 
modelo se denomina variante de producción (modelo). Para obtener más información sobre la 
implementación de un punto de enlace del modelo, consulte Implemente el modelo en los servicios 
de SageMaker alojamiento.

Para activar el autoescalado de un modelo, puede usar la SageMaker consola, el AWS Command 
Line Interface (AWS CLI) o un AWS SDK a través de la API Application Auto Scaling.

• Si es la primera vez que configura el escalado de un modelo, le recomendamos que lo 
hagaConfiguración del escalado automático de modelos con la consola.

• Cuando se utiliza la AWS CLI API Application Auto Scaling, el flujo consiste en registrar el modelo 
como un objetivo escalable, definir la política de escalado y, a continuación, aplicarla. En la 
SageMaker consola, en Inferencia del panel de navegación, elija Endpoints. Busque el nombre 
del punto final del modelo y, a continuación, elíjalo para buscar el nombre de la variante. Debe 
especificar tanto el nombre del punto final como el nombre de la variante para activar el escalado 
automático de un modelo.

Resumen de la política de escalado

Para usar el escalado automático, debes definir una política de escalado que añada y elimine el 
número de instancias de tu variante de producción en respuesta a las cargas de trabajo reales.

Para escalar automáticamente a medida que se producen cambios en la carga de trabajo, tienes dos 
opciones: políticas de seguimiento de objetivos y de escalado escalonado.

Recomendamos utilizar políticas de escalado y seguimiento de objetivos. Con el seguimiento 
objetivo, eliges una CloudWatch métrica y un valor objetivo de Amazon. El escalado automático 
crea y gestiona las CloudWatch alarmas de la política de escalado y calcula el ajuste de escalado 
en función de la métrica y el valor objetivo. La política agrega y elimina el número de instancias 
necesario para mantener la métrica en el valor objetivo especificado o cerca de él. Por ejemplo, una 
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política de escalado que utiliza la métrica predefinida InvocationsPerInstance con un valor 
de destino de 70 puede mantener InvocationsPerInstance en 70 o cerca de ese valor. Para 
obtener más información, consulte Políticas de escalado de seguimiento de Target en la Guía del 
usuario de Application Auto Scaling.

Puede utilizar el escalado por pasos cuando necesite una configuración avanzada, como especificar 
cuántas instancias se implementarán y en qué condiciones. De lo contrario, es preferible utilizar el 
escalado de seguimiento de Target, ya que estará completamente automatizado. Tenga en cuenta 
que el escalado por pasos solo se puede administrar desde la API Application Auto Scaling AWS 
CLI o desde la API. Para obtener una descripción general de las políticas de escalado escalonado y 
cómo funcionan, consulte las políticas de escalado escalonado en la Guía del usuario de Application 
Auto Scaling.

Para crear una política de escalado de seguimiento de destino, debe especificar lo siguiente:

• Métrica: la CloudWatch métrica que se debe rastrear, como el número promedio de invocaciones 
por instancia.

• Valor objetivo: el valor objetivo de la métrica, como 70 invocaciones por instancia por minuto.

Puede crear políticas de escalado de seguimiento de destino con métricas predefinidas o 
personalizadas. Una métrica predefinida se define en una enumeración para que puedas 
especificarla por su nombre en el código o utilizarla en la SageMaker consola. Como alternativa, 
puede usar la API Application Auto Scaling AWS CLI o la API para aplicar una política de escalado 
de seguimiento de objetivos basada en una métrica predefinida o personalizada.

Tenga en cuenta que las actividades de escalado se realizan con períodos de enfriamiento entre 
ellas para evitar fluctuaciones rápidas de la capacidad. Si lo desea, puede configurar los periodos de 
recuperación para su política de escalado.

Escalado según una programación

También puede crear acciones programadas para realizar actividades de escalado en momentos 
específicos. Puede crear acciones programadas que realizan el escalado de forma puntual o 
periódica. Una vez ejecutada una acción programada, su política de escalado puede seguir tomando 
decisiones sobre si debe escalarse dinámicamente a medida que se produzcan cambios en la carga 
de trabajo. El escalado programado solo se puede gestionar desde la API Application Auto Scaling 
AWS CLI o desde ella. Para obtener más información, consulte Escalado programado en la Guía del 
usuario de Auto Scaling de aplicaciones.
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Límites de escalado mínimo y máximo

Al configurar el escalado automático, debe especificar sus límites de escalado antes de crear una 
política de escalado. Los límites se establecen por separado para los valores mínimo y máximo.

El valor mínimo debe ser al menos 1 e igual o menor que el valor especificado para el valor máximo.

El valor máximo debe ser igual o superior al valor especificado para el valor mínimo. SageMaker el 
escalado automático no impone un límite para este valor.

Para determinar los límites de escalado que necesita para el tráfico típico, pruebe la configuración de 
escalado automático con la velocidad de tráfico esperada para su modelo.

Si el tráfico de una variante pasa a cero, se escala SageMaker automáticamente hasta el número 
mínimo de instancias especificado. En este caso, SageMaker emite métricas con un valor de cero.

Existen tres opciones para especificar la capacidad mínima y máxima:

1. Utilice la consola para actualizar la configuración del número mínimo de instancias y el número 
máximo de instancias.

2. Utilice las opciones AWS CLI e incluya las --max-capacity opciones --min-capacity y 
cuando ejecute el register-scalable-targetcomando.

3. Llame a la RegisterScalableTargetAPI y especifique los MaxCapacity parámetros MinCapacity
y.

Tip

Puede escalar manualmente de forma horizontal aumentando el valor mínimo o de forma 
manual reduciendo el valor máximo.

Periodo de recuperación

Se utiliza un período de enfriamiento para evitar que el modelo se escale en exceso cuando 
el modelo se amplía hacia dentro (reduce la capacidad) o se escala hacia fuera (aumenta la 
capacidad). Para ello, ralentiza las actividades de escalado posteriores hasta que venza el período. 
En concreto, bloquea la eliminación de instancias para las solicitudes de escalamiento horizontal y 
limita la creación de instancias para las solicitudes de escalamiento horizontal. Para obtener más 
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información, consulte Definir períodos de enfriamiento en la Guía del usuario de Application Auto 
Scaling.

El período de enfriamiento se configura en la política de escalado.

Si no especificas un período de enfriamiento de escalado horizontal o vertical, tu política de escalado 
usa el predeterminado, que es de 300 segundos para cada uno.

Si las instancias se agregan o eliminan demasiado rápido al probar la configuración de escalado, 
considere la posibilidad de aumentar este valor. Es posible que observe este comportamiento si el 
tráfico hacia su modelo tiene muchos picos o si tiene varias políticas de escalado definidas para una 
variante.

Si las instancias no se agregan lo suficientemente rápido como para tratar el aumento del tráfico, 
considere reducir este valor.

Permisos

El escalado automático es posible gracias a una combinación de las API Amazon SageMaker 
CloudWatch, Amazon y Application Auto Scaling. Para obtener información sobre los permisos 
mínimos requeridos, consulte los ejemplos de políticas basadas en la identidad de Application Auto 
Scaling en la Guía del usuario de Application Auto Scaling.

La política de SagemakerFullAccessPolicy IAM tiene todos los permisos de IAM necesarios 
para realizar el escalado automático. Para obtener más información sobre los permisos de 
SageMaker IAM, consulte. SageMaker Funciones

Si administra su propia política de permisos, debe incluir los siguientes permisos:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:UpdateEndpointWeightsAndCapacities" 
      ], 
      "Resource": "*" 
    }, 
    {     
        "Effect": "Allow", 
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        "Action": [ 
            "application-autoscaling:*" 
        ], 
        "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "iam:CreateServiceLinkedRole", 
      "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
      "Condition": { 
        "StringLike": { "iam:AWSServiceName": "sagemaker.application-
autoscaling.amazonaws.com" } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudwatch:PutMetricAlarm", 
        "cloudwatch:DescribeAlarms", 
        "cloudwatch:DeleteAlarms" 
      ], 
      "Resource": "*" 
    } 
  ]
}

Rol vinculado a servicio

El escalado automático utiliza la función
AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint vinculada al servicio. 
Esta función vinculada al servicio otorga a Application Auto Scaling el permiso para describir las 
alarmas de sus políticas, monitorear los niveles de capacidad actuales y escalar el recurso objetivo. 
Este rol se crea automáticamente para usted. Para que la creación automática de roles se realice 
correctamente, debe tener permiso para realizar la iam:CreateServiceLinkedRole acción. 
Para obtener más información, consulte Roles vinculados a servicios en la Guía del usuario de Auto 
Scaling de aplicaciones.

Recursos relacionados

Para obtener más información sobre la configuración del escalado automático, consulte los 
siguientes recursos:
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• Sección application-autoscaling de la Referencia de comandos de la AWS CLI

• Referencia de la API de Application Auto Scaling

• Guía del usuario de la aplicación Auto Scaling

Configuración del escalado automático de modelos con la consola

Para configurar el escalado automático de un modelo (consola)

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Inferencia y, a continuación, elija Puntos finales.

3. Elija su terminal y, a continuación, en la configuración del tiempo de ejecución de Endpoint, elija 
la variante.

4. Elija Configure auto scaling (Configurar escalado automático).

5. En la página Configurar el escalado automático de variantes, para el escalado automático de 
variantes, haga lo siguiente:

a. En Recuento mínimo de instancias, escriba el número mínimo de instancias que desea que 
mantenga la política de escalado. Se requiere al menos 1 instancia.

b. En Número máximo de instancias, escriba el número máximo de instancias que desea que 
mantenga la política de escalado.

6. Para la política de escalado integrada, haga lo siguiente:

a. En el caso de la métrica Target, SageMakerVariantInvocationsPerInstance se 
selecciona automáticamente para la métrica y no se puede cambiar.

b. En el valor Target, escriba el número promedio de invocaciones por instancia por minuto 
para el modelo. Para determinar este valor, siga las directrices en Prueba de carga.

c. (Opcional) Para Enfriamiento escalable (segundos) y Enfriamiento escalable (segundos), 
introduzca la cantidad de tiempo, en segundos, para cada período de enfriamiento.

d. (Opcional) Seleccione Inhabilitar el escalado automático si no desea que el escalado 
automático termine las instancias cuando el tráfico disminuya.

7. Seleccione Guardar.

Este procedimiento registra un modelo como destino escalable con Application Auto Scaling. 
Al registrar un modelo, Application Auto Scaling realiza las comprobaciones de validación para 
garantizar lo siguiente:

Escalado automático de modelos 4382

https://docs.aws.amazon.com/cli/latest/reference/application-autoscaling
https://docs.aws.amazon.com/autoscaling/application/APIReference/
https://docs.aws.amazon.com/autoscaling/application/userguide/
https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guía para desarrolladores

• El modelo existe

• Los permisos son suficientes.

• No está registrando ninguna variante con una instancia que sea una instancia de desempeño por 
ráfagas como T2.

Note

SageMaker no admite el escalado automático para instancias con ráfagas, como la T2, 
porque ya permiten aumentar la capacidad con cargas de trabajo cada vez mayores. Para 
obtener información sobre las instancias de rendimiento en ráfagas, consulte Tipos de 
instancias de Amazon EC2.

Registrar un modelo

Antes de agregar una política de escalado a su modelo, primero debe registrar su modelo para el 
autoescalado y definir los límites de escalado del modelo.

Los siguientes procedimientos explican cómo registrar un modelo (variante de producción) para el 
escalado automático mediante AWS Command Line Interface (AWS CLI) o la API Application Auto 
Scaling.

Temas

• Registrar un modelo (AWS CLI)

• Registrar un modelo (API de Application Auto Scaling)

Registrar un modelo (AWS CLI)

Para registrar su variante de producción, utilice el register-scalable-targetcomando con los siguientes 
parámetros:

• --service-namespace: establezca este valor en sagemaker.

• --resource-id: el identificador de recursos del modelo (en concreto, la variante de producción). 
Para este parámetro, el tipo de recurso es endpoint y el identificador único es el nombre de la 
variante de producción. Por ejemplo, endpoint/my-endpoint/variant/my-variant.

• --scalable-dimension: establezca este valor en
sagemaker:variant:DesiredInstanceCount.
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• --min-capacity—El número mínimo de instancias. Este valor debe establecerse en al menos 1 
y debe ser igual o inferior al valor especificado para max-capacity.

• --max-capacity—El número máximo de instancias. Este valor debe establecerse en al menos 1 
y debe ser igual o superior al valor especificado para min-capacity.

Example

En el siguiente ejemplomy-variant, se muestra cómo registrar una variante denominada que se 
ejecuta en el my-endpoint punto final y que se puede escalar dinámicamente para tener de una a 
ocho instancias.

aws application-autoscaling register-scalable-target \ 
  --service-namespace sagemaker \ 
  --resource-id endpoint/my-endpoint/variant/my-variant \ 
  --scalable-dimension sagemaker:variant:DesiredInstanceCount \ 
  --min-capacity 1 \ 
  --max-capacity 8

Registrar un modelo (API de Application Auto Scaling)

Para registrar un modelo con Application Auto Scaling, use la acción de API
RegisterScalableTarget de Application Auto Scaling con los siguientes parámetros.

• ServiceNamespace: establezca este valor en sagemaker.

• ResourceID: el identificador de recurso para la variante de producción. Para este parámetro, el 
tipo de recurso es endpoint y el identificador único es el nombre de la variante. Por ejemplo,
endpoint/my-endpoint/variant/my-variant.

• ScalableDimension: establezca este valor en
sagemaker:variant:DesiredInstanceCount.

• MinCapacity—El número mínimo de instancias. Este valor debe establecerse en al menos 1 y 
debe ser igual o inferior al valor especificado para MaxCapacity.

• MaxCapacity—El número máximo de instancias. Este valor debe establecerse en al menos 1 y 
debe ser igual o superior al valor especificado para MinCapacity.
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Example

En el siguiente ejemplomy-variant, se muestra cómo registrar una variante denominada que se 
ejecuta en el my-endpoint punto final y que se puede escalar dinámicamente para utilizar de una a 
ocho instancias.

POST / HTTP/1.1
Host: application-autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.RegisterScalableTarget
X-Amz-Date: 20230506T182145Z
User-Agent: aws-cli/2.0.0 Python/3.7.5 Windows/10 botocore/2.0.0dev4
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount", 
    "MinCapacity": 1, 
    "MaxCapacity": 8
}

Definir una política de escalado

Antes de añadir una política de escalado a su modelo, guarde la configuración de la política como 
un bloque JSON en un archivo de texto. Se usa ese archivo de texto al invocar AWS Command 
Line Interface (AWS CLI) o la API Application Auto Scaling. Puede optimizar el escalado eligiendo 
una CloudWatch métrica adecuada. Sin embargo, antes de usar una métrica personalizada en 
producción, debes probar el escalado automático con tu métrica personalizada.

En esta sección, se muestran ejemplos de configuraciones de políticas para las políticas de escalado 
y seguimiento de objetivos.

Temas

• Especifique una métrica predefinida (CloudWatch métrica: InvocationsPerInstance)

• Defina una métrica personalizada (CloudWatchmétrica: uso de la CPU)

• Defina una métrica personalizada (CloudWatch métrica: ExplanationsPerInstance)

• Especifique los períodos de enfriamiento
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Especifique una métrica predefinida (CloudWatch métrica: InvocationsPerInstance)

Example

A continuación, se muestra un ejemplo de configuración de la política de seguimiento de objetivos 
para una variante que mantiene el promedio de invocaciones por instancia en 70. Guarde esta 
configuración en un archivo llamado config.json.

{ 
    "TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    { 
        "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
    }
}

Para obtener más información, consulte la Referencia TargetTrackingScalingPolicyConfigurationde la 
API Application Auto Scaling.

Defina una métrica personalizada (CloudWatchmétrica: uso de la CPU)

Para crear una política de escalado del seguimiento de objetivos con una métrica personalizada, 
especifique el nombre, el espacio de nombres, la unidad, la estadística y cero o más dimensiones de 
la métrica. Una dimensión consta de un nombre de dimensión y un valor de dimensión. Puedes usar 
cualquier métrica de variante de producción que cambie en proporción a la capacidad.

Example

El siguiente ejemplo de configuración muestra una política de escalado y seguimiento de objetivos 
con una métrica personalizada. La política escala la variante en función de una utilización media de 
la CPU del 50 por ciento en todas las instancias. Guarde esta configuración en un archivo llamado
config.json.

{ 
    "TargetValue": 50.0, 
    "CustomizedMetricSpecification": 
    { 
        "MetricName": "CPUUtilization", 
        "Namespace": "/aws/sagemaker/Endpoints", 
        "Dimensions": [ 
            {"Name": "EndpointName", "Value": "my-endpoint" }, 

Escalado automático de modelos 4386

https://docs.aws.amazon.com/autoscaling/application/APIReference/API_TargetTrackingScalingPolicyConfiguration.html


Amazon SageMaker Guía para desarrolladores

            {"Name": "VariantName","Value": "my-variant"} 
        ], 
        "Statistic": "Average", 
        "Unit": "Percent" 
    }
}

Para obtener más información, consulte la Referencia CustomizedMetricSpecificationde la API 
Application Auto Scaling.

Defina una métrica personalizada (CloudWatch métrica: ExplanationsPerInstance)

Cuando el punto final tiene activada la explicabilidad en línea, emite una
ExplanationsPerInstance métrica que muestra el número medio de registros explicados por 
minuto, por instancia, para una variante. El uso de recursos de registros de explicabilidad puede ser 
más distinto que el de los registros de predictabilidad. Recomendamos encarecidamente utilizar esta 
métrica para el seguimiento de objetivos y escalar los puntos finales con la explicabilidad en línea 
activada.

Puedes crear varias políticas de seguimiento de objetivos para un objetivo escalable. Considera 
añadir la InvocationsPerInstance política de la Especifique una métrica predefinida 
(CloudWatch métrica: InvocationsPerInstance) sección (además de la ExplanationsPerInstance
política). Si la mayoría de las invocaciones no devuelven una explicación debido al valor 
límite establecido en el EnableExplanations parámetro, el punto final puede elegir la
InvocationsPerInstance política. Si hay un gran número de explicaciones, el punto de conexión 
puede usar la política ExplanationsPerInstance.

Example

El siguiente ejemplo de configuración muestra una política de escalado y seguimiento de objetivos 
con una métrica personalizada. La escala de políticas ajusta el número de instancias variantes 
para que cada instancia tenga una ExplanationsPerInstance métrica de 20. Guarde esta 
configuración en un archivo llamado config.json.

{ 
    "TargetValue": 20.0, 
    "CustomizedMetricSpecification": 
    { 
        "MetricName": "ExplanationsPerInstance", 
        "Namespace": "AWS/SageMaker", 
        "Dimensions": [ 
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            {"Name": "EndpointName", "Value": "my-endpoint" }, 
            {"Name": "VariantName","Value": "my-variant"} 
        ],
        "Statistic": "Sum" 
    }
}

Para obtener más información, consulte la Referencia CustomizedMetricSpecificationde la API 
Application Auto Scaling.

Especifique los períodos de enfriamiento

Si lo desea, puede definir los períodos de enfriamiento en su política de escalado y seguimiento de 
objetivos especificando los parámetros ScaleOutCooldown yScaleInCooldown.

Example

A continuación, se muestra un ejemplo de la configuración de la política de seguimiento de objetivos 
para una variante que mantiene el promedio de invocaciones por instancia en 70. La configuración 
de la política proporciona un período de enfriamiento escalable de 10 minutos (600 segundos) y un 
período de enfriamiento escalable de 5 minutos (300 segundos). Guarde esta configuración en un 
archivo llamado config.json.

{ 
    "TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    { 
        "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
    }, 
    "ScaleInCooldown": 600, 
    "ScaleOutCooldown": 300
}

Para obtener más información, consulte la Referencia TargetTrackingScalingPolicyConfigurationde la 
API Application Auto Scaling.

Aplicar una política de escalado

Después de registrar el modelo y definir una política de escalado, aplíquela al modelo registrado. 
En esta sección se muestra cómo aplicar una política de escalado mediante AWS Command Line 
Interface (AWS CLI) o la API Application Auto Scaling.
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Temas

• Aplique una política de escalado y seguimiento de objetivos (AWS CLI)

• Aplicación de una política de escalado (API de Application Auto Scaling)

Aplique una política de escalado y seguimiento de objetivos (AWS CLI)

Para aplicar una política de escalado a su modelo, use el comando put-scaling-policy de la 
AWS CLI con los siguientes parámetros:

• --policy-name: el nombre de la política de escalado.

• --policy-type: establezca este valor en TargetTrackingScaling.

• --resource-id: el identificador de recurso para la variante. Para este parámetro, el tipo 
de recurso es endpoint y el identificador único es el nombre de la variante. Por ejemplo,
endpoint/my-endpoint/variant/my-variant.

• --service-namespace: establezca este valor en sagemaker.

• --scalable-dimension: establezca este valor en
sagemaker:variant:DesiredInstanceCount.

• --target-tracking-scaling-policy-configuration—La configuración de la política de 
escalado de seguimiento de objetivos que se utilizará en el modelo.

Example

En el siguiente ejemplo, se aplica una política de escalado de seguimiento de objetivos denominada
my-scaling-policy a una variante denominadamy-variant, que se ejecuta en el my-
endpoint punto final. Para la --target-tracking-scaling-policy-configuration opción, 
especifique el config.json archivo que creó anteriormente.

aws application-autoscaling put-scaling-policy \ 
  --policy-name my-scaling-policy \ 
  --policy-type TargetTrackingScaling \ 
  --resource-id endpoint/my-endpoint/variant/my-variant \ 
  --service-namespace sagemaker \ 
  --scalable-dimension sagemaker:variant:DesiredInstanceCount \ 
  --target-tracking-scaling-policy-configuration file://config.json
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Aplicación de una política de escalado (API de Application Auto Scaling)

Para aplicar una política de escalado a una variante con la API de Application Auto Scaling, utilice la 
acción PutScalingPolicy de la API de Application Auto Scaling con los siguientes parámetros:

• PolicyName: el nombre de la política de escalado.

• ServiceNamespace: establezca este valor en sagemaker.

• ResourceID: el identificador de recurso para la variante. Para este parámetro, el tipo de recurso 
es endpoint y el identificador único es el nombre de la variante. Por ejemplo, endpoint/my-
endpoint/variant/my-variant.

• ScalableDimension: establezca este valor en
sagemaker:variant:DesiredInstanceCount.

• PolicyType: establezca este valor en TargetTrackingScaling.

• TargetTrackingScalingPolicyConfiguration: configuración de la política de escalado de 
seguimiento de objetivos que se usará para la variante.

Example

En el siguiente ejemplo, se aplica una política de escalado de seguimiento de destino denominada
my-scaling-policy a una variante denominadamy-variant, que se ejecuta en el my-endpoint
punto final. La configuración de la política mantiene el promedio de invocaciones por instancia en 70.

POST / HTTP/1.1
Host: application-autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.
X-Amz-Date: 20230506T182145Z
User-Agent: aws-cli/2.0.0 Python/3.7.5 Windows/10 botocore/2.0.0dev4
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "PolicyName": "my-scaling-policy", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount", 
    "PolicyType": "TargetTrackingScaling", 
    "TargetTrackingScalingPolicyConfiguration": { 
        "TargetValue": 70.0, 
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        "PredefinedMetricSpecification": 
        { 
            "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
        } 
    }
}

Edición de una política de escalado

Tras crear una política de escalado, puede editar cualquiera de sus ajustes excepto el nombre.

Temas

• Editar una política de escalado (consola)

• Edición de una política de escalado (AWS CLI o la API de Application Auto Scaling)

• Desactive temporalmente las políticas de escalado

Editar una política de escalado (consola)

Para editar una política de escalado de seguimiento de objetivos con elAWS Management Console, 
utilice el mismo procedimiento que utilizó antesConfiguración del escalado automático de modelos 
con la consola.

Edición de una política de escalado (AWS CLI o la API de Application Auto Scaling)

Puede usar la AWS CLI API Application Auto Scaling para editar una política de escalado del mismo 
modo que crea una nueva política de escalado. Para obtener más información, consulte Aplicar una 
política de escalado.

Desactive temporalmente las políticas de escalado

Después de configurar el autoescalado, tiene las siguientes opciones si necesita investigar un 
problema sin que las políticas de escalado interfieran (escalado dinámico):

• Suspenda temporalmente las actividades de escalado y, a continuación, las reanude llamando 
al comando register-scalable-targetCLI o a la acción de la RegisterScalableTargetAPI 
y especificando un valor booleano para ambosDynamicScalingInSuspended.
DynamicScalingOutSuspended
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Example

En el siguiente ejemplo, se muestra cómo suspender las políticas de escalado para una variante 
denominadamy-variant, que se ejecuta en el my-endpoint punto final.

aws application-autoscaling register-scalable-target \ 
  --service-namespace sagemaker \ 
  --resource-id endpoint/my-endpoint/variant/my-variant \ 
  --scalable-dimension sagemaker:variant:DesiredInstanceCount \ 
  --suspended-
state '{"DynamicScalingInSuspended":true,"DynamicScalingOutSuspended":true}'

• Evita que determinadas políticas de escalado y seguimiento de objetivos se escalen en tu variante 
desactivando la parte de escalado interno de la política. Este método evita que la política de 
escalado elimine instancias y, al mismo tiempo, permite crearlas según sea necesario.

Inhabilite temporalmente y, a continuación, habilite las actividades de escalado mediante la edición 
de la política mediante el comando put-scaling-policyCLI o la acción de la PutScalingPolicyAPI, 
especificando un valor booleano para. DisableScaleIn

Example

A continuación, se muestra un ejemplo de una configuración de seguimiento de objetivos para una 
política de escalado que se ampliará de forma horizontal pero no se ampliará de forma horizontal.

{ 
    "TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    { 
        "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
    }, 
     "DisableScaleIn": true
}

Eliminación de una política de escalado

Si ya no necesita una política de escalado, puede eliminarla en cualquier momento.

Temas
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• Elimine todas las políticas de escalado y anule el registro del modelo (consola)

• Eliminación de una política de escalado (AWS CLI o la API de Application Auto Scaling)

Elimine todas las políticas de escalado y anule el registro del modelo (consola)

Eliminar todas las políticas de escalado y anular el registro de la variante como objetivo escalable

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, selecciona Endpoints.

3. Elija su terminal y, a continuación, en la configuración del tiempo de ejecución de Endpoint, elija 
la variante.

4. Elija Configure auto scaling (Configurar escalado automático).

5. Seleccione Anular el registro de escalado automático.

Eliminación de una política de escalado (AWS CLI o la API de Application Auto Scaling)

Puede utilizar AWS CLI o la API de Application Auto Scaling para eliminar una política de escalado 
de una variante.

Eliminación de una política de escalado (AWS CLI)

Para eliminar una política de escalado de una variante, utilice el delete-scaling-policycomando con 
los siguientes parámetros:

• --policy-name: el nombre de la política de escalado.

• --resource-id: el identificador de recurso para la variante. Para este parámetro, el tipo 
de recurso es endpoint y el identificador único es el nombre de la variante. Por ejemplo,
endpoint/my-endpoint/variant/my-variant.

• --service-namespace: establezca este valor en sagemaker.

• --scalable-dimension: establezca este valor en
sagemaker:variant:DesiredInstanceCount.

Example

En el siguiente ejemplo, se elimina una política de escalado de seguimiento de destino denominada
my-scaling-policy de una variante denominadamy-variant, que se ejecuta en el my-
endpoint punto final.
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aws application-autoscaling delete-scaling-policy \ 
  --policy-name my-scaling-policy \ 
  --resource-id endpoint/my-endpoint/variant/my-variant \ 
  --service-namespace sagemaker \ 
  --scalable-dimension sagemaker:variant:DesiredInstanceCount    

Eliminación de una política de escalado (API de Application Auto Scaling)

Para eliminar una política de escalado de su variante, use la acción de API DeleteScalingPolicy de 
Application Auto Scaling con los siguientes parámetros:

• PolicyName: el nombre de la política de escalado.

• ServiceNamespace: establezca este valor en sagemaker.

• ResourceID: el identificador de recurso para la variante. Para este parámetro, el tipo de recurso 
es endpoint y el identificador único es el nombre de la variante. Por ejemplo, endpoint/my-
endpoint/variant/my-variant.

• ScalableDimension: establezca este valor en
sagemaker:variant:DesiredInstanceCount.

Example

En el siguiente ejemplo, se elimina una política de escalado de seguimiento de objetivos denominada
my-scaling-policy de una variante denominadamy-variant, que se ejecuta en el my-
endpoint punto final.

POST / HTTP/1.1
Host: application-autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.DeleteScalingPolicy
X-Amz-Date: 20230506T182145Z
User-Agent: aws-cli/2.0.0 Python/3.7.5 Windows/10 botocore/2.0.0dev4
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "PolicyName": "my-scaling-policy", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount"
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}

Compruebe el estado de una actividad de escalado describiendo las actividades de 
escalado

Puede comprobar el estado de una actividad de escalado para su punto final con escalado 
automático describiendo las actividades de escalado. Application Auto Scaling proporciona 
información descriptiva sobre las actividades de escalado en el espacio de nombres especificado de 
las seis semanas anteriores. Para obtener más información, consulte las actividades de escalado de 
Application Auto Scaling en la Guía del usuario de Application Auto Scaling.

Para comprobar el estado de una actividad de escalado, utilice el describe-scaling-activitiescomando. 
No puede comprobar el estado de una actividad de escalado mediante la consola.

Temas

• Describa las actividades de escalado (AWS CLI)

• Identifique las actividades de escalado bloqueadas a partir de las cuotas de instancia (AWS CLI)

Describa las actividades de escalado (AWS CLI)

Para describir las actividades de escalado de todos SageMaker los recursos que se registraron en 
Application Auto Scaling, utilice el describe-scaling-activitiescomando y especifique sagemaker la
--service-namespace opción.

aws application-autoscaling describe-scaling-activities \ 
  --service-namespace sagemaker

Para describir las actividades de escalado de un recurso específico, incluya la --resource-id
opción.

aws application-autoscaling describe-scaling-activities \ 
  --service-namespace sagemaker \ 
  --resource-id endpoint/my-endpoint/variant/my-variant

El siguiente ejemplo muestra el resultado que se produce al ejecutar este comando.

{ 
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    "ActivityId": "activity-id", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount", 
    "Description": "string", 
    "Cause": "string", 
    "StartTime": timestamp, 
    "EndTime": timestamp, 
    "StatusCode": "string", 
    "StatusMessage": "string"
}

Identifique las actividades de escalado bloqueadas a partir de las cuotas de instancia (AWS CLI)

Al ampliar la escala (añadir más instancias), es posible que alcance la cuota de instancias a nivel de 
cuenta. Puedes usar el describe-scaling-activitiescomando para comprobar si has alcanzado tu cuota 
de instancias. Cuando superas tu cuota, se bloquea el escalado automático.

Para comprobar si has alcanzado la cuota de instancias, usa el describe-scaling-activitiescomando y 
especifica el ID de recurso de la --resource-id opción.

aws application-autoscaling describe-scaling-activities \ 
    --service-namespace sagemaker \ 
    --resource-id endpoint/my-endpoint/variant/my-variant

En la sintaxis de retorno, compruebe las claves StatusMessage y StatusCode y sus valores 
asociados. StatusCode devuelve Failed. En StatusMessage, hay un mensaje que indica que se 
ha alcanzado la cuota de servicio de la cuenta. Lo que sigue es un ejemplo del aspecto que puede 
tener ese mensaje:

{ 
    "ActivityId": "activity-id", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount", 
    "Description": "string", 
    "Cause": "minimum capacity was set to 110", 
    "StartTime": timestamp, 
    "EndTime": timestamp, 
    "StatusCode": "Failed", 
     "StatusMessage": "Failed to set desired instance count to 110. Reason: The  

Escalado automático de modelos 4396

https://docs.aws.amazon.com/cli/latest/reference/application-autoscaling/describe-scaling-activities.html
https://docs.aws.amazon.com/cli/latest/reference/application-autoscaling/describe-scaling-activities.html
https://docs.aws.amazon.com/autoscaling/application/APIReference/API_ScalingActivity.html#autoscaling-Type-ScalingActivity-StatusMessage
https://docs.aws.amazon.com/autoscaling/application/APIReference/API_ScalingActivity.html#autoscaling-Type-ScalingActivity-StatusCode


Amazon SageMaker Guía para desarrolladores

    account-level service limit 'ml.xx.xxxxxx for endpoint usage' is 1000  
    Instances, with current utilization of 997 Instances and a request delta  
    of 20 Instances. Please contact AWS support to request an increase for this  
    limit. (Service: AmazonSageMaker; Status Code: 400;  
    Error Code: ResourceLimitExceeded; Request ID: request-id)."
}

Prueba de carga de la configuración de escalado automático

Realiza pruebas de carga para elegir una configuración de escalado que funcione de la forma que 
desees.

En las siguientes directrices para las pruebas de carga se parte del supuesto 
de que se utiliza una política de escalado que utiliza la métrica objetivo 
predefinidaSageMakerVariantInvocationsPerInstance.

Temas

• Determinación de las características de rendimiento

• Cálculo de la carga de destino

Determinación de las características de rendimiento

Realice la prueba de carga para buscar el pico InvocationsPerInstance que la variante 
de producción del modelo puede administrar y la latencia de las solicitudes a medida que la 
concurrencia aumenta.

Este valor depende del tipo de instancia elegido, las cargas que los clientes de su modelo suelen 
enviar y el rendimiento de cualquier dependencia externa que tenga su modelo.

Para determinar el pico requests-per-second (RPS) que la variante de producción de su modelo 
puede gestionar y la latencia de las solicitudes

1. Configure un punto de enlace con su modelo mediante una instancia única. Para obtener 
información sobre cómo configurar un punto de enlace, consulte Implemente el modelo en los 
servicios de SageMaker alojamiento.

2. Utilice una herramienta de prueba de carga para generar un número mayor de solicitudes en 
paralelo y monitorear las RPS y la latencia del modelo en la salida de la herramienta de prueba 
de carga.
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Note

También puede monitorizar requests-per-minute en lugar de RPS. 
En ese caso, no multiplique por 60 en la ecuación para calcular
SageMakerVariantInvocationsPerInstance que se muestra a continuación.

Cuando la latencia de modelo aumenta o la proporción de las transacciones correctas 
desciende, esta es las RPS pico que su modelo puede administrar.

Cálculo de la carga de destino

Una vez que encuentre las características de desempeño de la variante, puede determinar 
las RPS máximas que debemos permitir que se envíen a una instancia. El umbral utilizado 
para el escalado debe ser inferior a este valor máximo. Utilice la siguiente ecuación en 
combinación con las pruebas de carga para determinar el valor correcto de la métrica
SageMakerVariantInvocationsPerInstance objetivo en su configuración de escalado.

SageMakerVariantInvocationsPerInstance = (MAX_RPS * SAFETY_FACTOR) * 60

Donde MAX_RPS son las RPS máximas que determinó anteriormente y SAFETY_FACTOR es el factor 
de seguridad que eligió para garantizar que sus clientes no superan las RPS máximas. Multiplica 
por 60 para convertir de RPS invocations-per-minute a que coincida con la CloudWatch métrica por 
minuto que se SageMaker utiliza para implementar el escalado automático (no es necesario que lo 
hagas si has medido requests-per-minute en lugar de requests-per-second hacerlo).

Note

SageMaker recomienda que comience las pruebas con un valor SAFETY_FACTOR de 
0,5. Pruebe su configuración de escalado para asegurarse de que funciona de la manera 
esperada con su modelo, tanto para aumentar como para disminuir el tráfico de clientes en 
su terminal.
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Úselo AWS CloudFormation para crear una política de escalado

El siguiente ejemplo muestra cómo configurar el escalado automático del modelo en un punto final 
utilizandoAWS CloudFormation.

  Endpoint: 
    Type: "AWS::SageMaker::Endpoint" 
    Properties: 
      EndpointName: yourEndpointName
      EndpointConfigName: yourEndpointConfigName

  ScalingTarget: 
    Type: "AWS::ApplicationAutoScaling::ScalableTarget" 
    Properties: 
      MaxCapacity: 10
      MinCapacity: 2
      ResourceId: endpoint/my-endpoint/variant/my-variant
      RoleARN: arn
      ScalableDimension: sagemaker:variant:DesiredInstanceCount 
      ServiceNamespace: sagemaker 

  ScalingPolicy: 
    Type: "AWS::ApplicationAutoScaling::ScalingPolicy" 
    Properties: 
      PolicyName: my-scaling-policy
      PolicyType: TargetTrackingScaling 
      ScalingTargetId: 
        Ref: ScalingTarget 
      TargetTrackingScalingPolicyConfiguration: 
        TargetValue: 70.0
        ScaleInCooldown: 600
        ScaleOutCooldown: 30
        PredefinedMetricSpecification: 
          PredefinedMetricType: SageMakerVariantInvocationsPerInstance

Para obtener más información, consulte Crear recursos de Application Auto Scaling con AWS 
CloudFormation la Guía del usuario de Application Auto Scaling.

Actualizar o eliminar puntos finales que utilizan el escalado automático

Temas

• Actualice los puntos finales que utilizan el escalado automático
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• Eliminar puntos finales configurados para el escalado automático

Actualice los puntos finales que utilizan el escalado automático

Al actualizar un punto final, Application Auto Scaling comprueba si alguno de los modelos de ese 
punto final es objetivo del escalado automático. Si la actualización cambiara el tipo de instancia de 
cualquier modelo que sea un objetivo para el escalado automático, la actualización fallará.

En elAWS Management Console, verá una advertencia en la que se le indica que debe anular el 
registro del modelo del escalado automático antes de poder actualizarlo. Si intenta actualizar el punto 
de enlace llamada a la API UpdateEndpoint, se produce un error en la llamada. Antes de actualizar 
el punto final, elimine las políticas de escalado configuradas para él y anule el registro de la variante 
como destino escalable mediante una llamada a la acción DeregisterScalableTargetApplication Auto 
Scaling API. Tras actualizar el punto final, puede registrar la variante actualizada como un objetivo 
escalable y adjuntar una política de escalado.

Existe una excepción. Si cambias el modelo por una variante que está configurada para el escalado 
automático, el escalado SageMaker automático de Amazon permite la actualización. Esto se 
debe a que cambiar el modelo no suele afectar al rendimiento lo suficiente como para cambiar el 
comportamiento de escalado. Si actualiza un modelo para una variante configurada para el escalado 
automático, asegúrese de que el cambio en el modelo no afecte significativamente al rendimiento ni 
al comportamiento de escalado.

Cuando actualice los SageMaker puntos finales a los que se ha aplicado el escalado automático, 
complete los siguientes pasos:

Para actualizar un punto final al que se ha aplicado el escalado automático

1. Para anular el registro del punto final como objetivo escalable, llame. DeregisterScalableTarget

2. Como el autoescalado está bloqueado mientras la operación de actualización está en curso (o 
si ha desactivado el autoescalado en el paso anterior), puede que desee tomar la precaución 
adicional de aumentar el número de instancias de su terminal durante la actualización. Para 
ello, actualice el recuento de instancias para las variantes de producción alojadas en el 
punto de enlace llamando a https://docs.aws.amazon.com/sagemaker/latest/APIReference/ 
API_UpdateEndpointWeightsAndCapacities.html UpdateEndpointWeightsAndCapacities.

3. Llame a  DescribeEndpoint repetidamente hasta que el valor del campo EndpointStatus de la 
respuesta sea InService.
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4. Llame a  DescribeEndpointConfig para obtener los valores de la configuración del punto de 
enlace actual.

5. Cree una configuración de punto de enlace nueva llamando a  CreateEndpointConfig. 
Para las variantes de producción en las que desea mantener el recuento o el peso de las 
instancias existentes, utilice el mismo nombre de variante de la respuesta de la llamada a 
DescribeEndpointConfig en el paso anterior. Para todos los demás valores, utilice los valores 
que obtuvo como respuesta cuando llamó a  DescribeEndpointConfig en el paso anterior.

6. Actualice el punto de enlace llamando a  UpdateEndpoint. Especifique la configuración de 
punto de enlace que ha creado en el paso anterior en el campo EndpointConfig. Si desea 
conservar las propiedades de variante, como el recuento de instancias o el peso, establezca 
el valor del parámetro RetainAllVariantProperties en True. Esto especifica que las 
variantes de producción con el mismo nombre se actualizarán con el DesiredInstanceCount
más reciente de la respuesta de la llamada a DescribeEndpoint, independientemente de los 
valores del campo InitialInstanceCount en el nuevo EndpointConfig.

7. (Opcional) Vuelva a activar el escalado automático llamando a RegisterScalableTargety
PutScalingPolicy.

Note

Los pasos 1 y 7 solo son necesarios si actualiza un punto de enlace con los siguientes 
cambios:

• Cambiar el tipo de instancia para una variante de producción que tiene configurado el 
escalado automático

• Eliminar una variante de producción que tiene configurado el escalado automático.

Eliminar puntos finales configurados para el escalado automático

Si elimina un punto final, Application Auto Scaling comprueba si alguno de los modelos de ese punto 
final es objetivo del escalado automático. Si hay alguno y usted tiene permiso para anular el registro 
del modelo, Application Auto Scaling anula el registro de esos modelos como objetivos escalables 
sin notificárselo. Si utiliza una política de permisos personalizada que no otorga permisos para la
DeregisterScalableTargetacción, debe solicitar el acceso a esta acción antes de eliminar el punto 
final.

Escalado automático de modelos 4401

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpoint.html
https://docs.aws.amazon.com/autoscaling/application/APIReference/API_RegisterScalableTarget.html
https://docs.aws.amazon.com/autoscaling/application/APIReference/API_PutScalingPolicy.html
https://docs.aws.amazon.com/autoscaling/application/APIReference/API_DeregisterScalableTarget.html


Amazon SageMaker Guía para desarrolladores

Note

Como usuario de IAM, es posible que no tenga los permisos suficientes para eliminar un 
punto final si otro usuario configuró el escalado automático para una variante en ese punto 
final.

Alojamiento de volúmenes de almacenamiento de instancias

Al crear un punto de conexión, Amazon SageMaker asocia un volumen de almacenamiento 
de Amazon Elastic Block Store (Amazon EBS) a las instancias de Amazon EC2 que alojan el 
punto de conexión. El tamaño del volumen de almacenamiento es escalable y las opciones de 
almacenamiento se dividen en dos categorías: almacenamiento basado en SSD y almacenamiento 
basado en disco duro.

Para obtener más información sobre el almacenamiento y las características de Amazon EBS, 
consulte las siguientes páginas.

• Características de Amazon EBS

• Guía del usuario de Amazon EBS

Para obtener una lista completa de los volúmenes de almacenamiento de la instancia de host, 
consulte el tema sobre la tabla de volúmenes de almacenamiento de instancias de host

Note

Amazon SageMaker asocia un volumen de almacenamiento de Amazon Elastic Block Store 
(Amazon EBS) a las instancias de Amazon EC2 solamente al crear los tipos de puntos de 
conexión Inferencia asíncrona o Inferencia en tiempo real. Para obtener más información 
sobre la personalización del volumen de almacenamiento de Amazon EBS, consulte
SageMaker parámetros de punto final para la inferencia de modelos grandes.

Valide de forma segura modelos en producción

Con SageMaker puede probar varios modelos o versiones de modelos detrás del mismo punto de 
conexión utilizando variantes. Una variante consiste en una instancia de ML y los componentes 
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de servicio especificados en un modelo de SageMaker. Puede disponer de varias variantes detrás 
de un punto de conexión. Cada variante puede tener un tipo de instancia diferente o un modelo 
de SageMaker al que se puede ajustar automáticamente la escala de forma independiente de las 
demás. Los modelos de las variantes se pueden entrenar utilizando diferentes conjuntos de datos, 
diferentes algoritmos, diferentes marcos de ML o cualquier combinación de todos ellos. Todas las 
variantes de un punto de conexión comparten el mismo código de inferencia. Sagemaker admite dos 
tipos de variantes, las variantes de producción y las variantes ocultas.

Si tiene varias variantes de producción detrás de un punto de conexión, puede asignar una parte de 
sus solicitudes de inferencia a cada variante. Cada solicitud se envía a una sola de las variantes de 
producción. La variante de producción a la que se envió la solicitud proporciona la respuesta a la 
persona que llama. Puede comparar el rendimiento de las variantes de producción entre sí.

También puede disponer de una variante oculta correspondiente a una variante de producción 
situada detrás de un punto de conexión. Una parte de las solicitudes de inferencia que se destinan 
a la variante de producción se replica en la variante oculta. Las respuestas de la variante oculta 
se registran para compararlas y no se devuelven a la persona que llama. Esto le permite probar el 
rendimiento de la variante oculta sin exponer a la persona que llama a la respuesta producida por la 
variante oculta.

Temas

• Variantes de producción

• Variantes ocultas

Variantes de producción

En los flujos de trabajo de ML de producción, los ingenieros y científicos de datos tratan con 
frecuencia de mejorar los modelos de diversas maneras, por ejemplo Realice el ajuste automático 
del modelo con SageMaker, realizando entrenamientos en datos adicionales o más recientes y 
mejorando la selección de características, utilizando instancias con mejor actualización y prestando 
servicio de contenedores. Puede utilizar las variantes de producción para comparar sus modelos, 
instancias y contenedores, y elegir el candidato con mejor rendimiento para responder a solicitudes 
de inferencia.

Con los puntos de conexión de múltiples variantes de SageMaker, puede distribuir solicitudes 
de invocación de punto de conexión entre diversas variantes de producción proporcionando la 
distribución del tráfico para cada variante o bien puede invocar una variante específica directamente 
para cada solicitud. En este tema, analizamos ambos métodos para probar modelos ML.
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Temas

• Probar modelos especificando la distribución del tráfico

• Probar modelos invocando variantes específicas

• Ejemplo de prueba de modelo A/B

Probar modelos especificando la distribución del tráfico

Para probar varios modelos distribuyendo tráfico entre ellos, especifique el porcentaje del tráfico 
que se dirige a cada modelo indicando el peso de cada variante de producción en la configuración 
del punto de enlace. Para obtener más información, consulte CreateEndpointConfig. El siguiente 
diagrama muestra con más detalle cómo funciona este proceso.

Probar modelos invocando variantes específicas

Para probar varios modelos invocando modelos específicos para cada solicitud, especifique la 
versión concreta del modelo que desea invocar y proporcione un valor para el TargetVariant
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parámetro cuando llame a InvokeEndpoint. Sagemaker se asegura de que la solicitud se procese 
por la variante de producción que especifique. Si ya ha proporcionado la distribución del tráfico y 
especificado un valor para el parámetro TargetVariant, el direccionamiento dirigido suplanta la 
distribución aleatoria del tráfico. El siguiente diagrama muestra con más detalle cómo funciona este 
proceso.

Ejemplo de prueba de modelo A/B

Las pruebas A/B entre un modelo nuevo y un modelo antiguo con tráfico de producción pueden 
ser un paso final efectivo en el proceso de validación de un modelo nuevo. En las pruebas A/B, se 
examinan diferentes variantes de los modelos y se compara el rendimiento de cada una. Si la versión 
más reciente del modelo ofrece un mejor rendimiento que la versión anterior, reemplace la versión 
anterior del modelo por la nueva versión en producción.

En el ejemplo siguiente se muestra cómo realizar pruebas de modelo A/B. Para ver un bloc de notas 
de ejemplo que implementa este ejemplo, consulte Prueba A/B de modelos ML en producción.
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Paso 1: Crear e implementar modelos

Primero, definimos dónde se encuentran los modelos en Amazon S3. Estas ubicaciones se utilizan al 
implementar los modelos en los siguientes pasos:

model_url = f"s3://{path_to_model_1}"
model_url2 = f"s3://{path_to_model_2}" 
             

A continuación, creamos los objetos del modelo con la imagen y los datos del modelo. Estos 
objetos del modelo se utilizan para implementar variantes de producción en un punto de enlace. Los 
modelos se desarrollan mediante el entrenamiento de modelos ML en diferentes conjuntos de datos, 
diferentes algoritmos o marcos ML y diferentes hiperparámetros:

from sagemaker.amazon.amazon_estimator import get_image_uri

model_name = f"DEMO-xgb-churn-pred-{datetime.now():%Y-%m-%d-%H-%M-%S}"
model_name2 = f"DEMO-xgb-churn-pred2-{datetime.now():%Y-%m-%d-%H-%M-%S}"
image_uri = get_image_uri(boto3.Session().region_name, 'xgboost', '0.90-1')
image_uri2 = get_image_uri(boto3.Session().region_name, 'xgboost', '0.90-2')

sm_session.create_model( 
    name=model_name, 
    role=role, 
    container_defs={ 
        'Image': image_uri, 
        'ModelDataUrl': model_url 
    }
)

sm_session.create_model( 
    name=model_name2, 
    role=role, 
    container_defs={ 
        'Image': image_uri2, 
        'ModelDataUrl': model_url2 
    }
) 
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Ahora creamos dos variantes de producción, cada una con sus propios requisitos de modelo y 
recursos diferentes (tipo de instancia y recuentos). De este modo, es posible probar modelos en 
diferentes tipos de instancia.

Definimos un peso inicial de 1 para ambas variantes. Esto significa que el 50 % de las solicitudes 
van a la Variant1 y el 50 % restante a la Variant2. La suma de pesos de ambas variantes es 2 y 
cada variante tiene una asignación de peso de 1. Esto significa que cada variante recibe la mitad, es 
decir el 50 %, del tráfico total.

from sagemaker.session import production_variant

variant1 = production_variant( 
               model_name=model_name, 
               instance_type="ml.m5.xlarge", 
               initial_instance_count=1, 
               variant_name='Variant1', 
               initial_weight=1, 
           )

variant2 = production_variant( 
               model_name=model_name2, 
               instance_type="ml.m5.xlarge", 
               initial_instance_count=1, 
               variant_name='Variant2', 
               initial_weight=1, 
           ) 
             

Finalmente, estamos listos para implementar estas variantes de producción en un punto de conexión 
de SageMaker.

endpoint_name = f"DEMO-xgb-churn-pred-{datetime.now():%Y-%m-%d-%H-%M-%S}"
print(f"EndpointName={endpoint_name}")

sm_session.endpoint_from_production_variants( 
    name=endpoint_name, 
    production_variants=[variant1, variant2]
) 
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Paso 2: Invocar los modelos implementados

Ahora enviamos las solicitudes a este punto de conexión para obtener inferencias en tiempo real. 
Utilizamos tanto la distribución de tráfico como el direccionamiento directo.

En primer lugar, utilizamos la distribución de tráfico que configuramos en el paso anterior. Cada 
respuesta de inferencia contiene el nombre de la variante de producción que procesa la solicitud, por 
lo que podemos ver que el tráfico a las dos variantes de producción es aproximadamente igual.

# get a subset of test data for a quick test
!tail -120 test_data/test-dataset-input-cols.csv > test_data/
test_sample_tail_input_cols.csv
print(f"Sending test traffic to the endpoint {endpoint_name}. \nPlease wait...")

with open('test_data/test_sample_tail_input_cols.csv', 'r') as f: 
    for row in f: 
        print(".", end="", flush=True) 
        payload = row.rstrip('\n') 
        sm_runtime.invoke_endpoint( 
            EndpointName=endpoint_name, 
            ContentType="text/csv", 
            Body=payload 
        ) 
        time.sleep(0.5)

print("Done!") 
             

Sagemaker emite métricas como Latency y Invocations para cada variante en Amazon 
CloudWatch. Para obtener una lista completa de las métricas que SageMaker emite, consulte
Supervisa Amazon SageMaker con Amazon CloudWatch. Vamos a consultar a CloudWatch para 
obtener el número de invocaciones por variante, para mostrar cómo las invocaciones se dividen entre 
variantes de forma predeterminada:
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Ahora vamos a invocar una versión específica del modelo indicando Variant1 como
TargetVariant en la llamada a invoke_endpoint.

print(f"Sending test traffic to the endpoint {endpoint_name}. \nPlease wait...")
with open('test_data/test_sample_tail_input_cols.csv', 'r') as f: 
    for row in f: 
        print(".", end="", flush=True) 
        payload = row.rstrip('\n') 
        sm_runtime.invoke_endpoint( 
            EndpointName=endpoint_name, 
            ContentType="text/csv", 
            Body=payload, 
            TargetVariant="Variant1" 
        )  
        time.sleep(0.5) 
             

Para confirmar que todas las nuevas invocaciones fueron procesadas por Variant1, podemos 
consultar a CloudWatch para obtener el número de invocaciones por variante. Vemos que en las 
invocaciones más recientes (última marca de tiempo), todas las solicitudes fueron procesadas por la
Variant1, como habíamos especificado. No hubo invocaciones para la Variant2.
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Paso 3: Evaluar el rendimiento del modelo

Para ver qué versión del modelo funciona mejor, evaluemos la exactitud, la precisión, la 
recuperación, la puntuación F1 y las características operativa/área bajo la curva del receptor para 
cada variante. En primer lugar, veamos estas métricas para la Variant1:

Ahora veamos las métricas de la Variant2:
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En la mayoría de las métricas definidas, funciona mejor la Variant2, por lo que esta es la que 
usaremos en producción.

Paso 4: Aumentar el tráfico al mejor modelo

Ahora que hemos determinado que la Variant2 funciona mejor que la Variant1, dirigimos más 
tráfico a esta variante. Podemos seguir usando TargetVariant para invocar una variante de 
modelo específica, pero un enfoque más sencillo consiste en actualizar los pesos asignados a cada 
variante llamando a UpdateEndpointWeightsAndCapacities. Esto cambia la distribución del tráfico 
a las variantes de producción sin necesidad de actualizaciones en el punto de conexión. Recuerde 
que en la sección de configuración establecimos pesos de variante para dividir el tráfico 50/50. Las 
métricas de CloudWatch de las invocaciones totales de cada variante a continuación nos muestran 
los patrones de invocación de cada variante:
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Ahora trasladamos el 75% del tráfico a Variant2 mediante la asignación de nuevos pesos a cada 
variante utilizando UpdateEndpointWeightsAndCapacities. Sagemaker ahora envía el 75% de 
las solicitudes de inferencia Variant2 y el 25% restante a Variant1.

sm.update_endpoint_weights_and_capacities( 
    EndpointName=endpoint_name, 
    DesiredWeightsAndCapacities=[ 
        { 
            "DesiredWeight": 25, 
            "VariantName": variant1["VariantName"] 
        }, 
        { 
            "DesiredWeight": 75, 
            "VariantName": variant2["VariantName"] 
        } 
    ]
) 
             

Las métricas de CloudWatch de invocaciones totales para cada variante nos muestran invocaciones 
más altas para la Variant2 que para la Variant1:

Podemos seguir monitoreando las métricas y, cuando estemos satisfechos con el 
rendimiento de una variante, dirigir el 100 % del tráfico a esa variante. Utilizamos
UpdateEndpointWeightsAndCapacities para actualizar las asignaciones de tráfico para las 
variantes. El peso para Variant1 está establecido en 0 y el peso para Variant2 está establecido 
en 1. Sagemaker ahora envía el 100% de todas las solicitudes de inferencia a Variant2.

sm.update_endpoint_weights_and_capacities( 
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    EndpointName=endpoint_name, 
    DesiredWeightsAndCapacities=[ 
        { 
            "DesiredWeight": 0, 
            "VariantName": variant1["VariantName"] 
        }, 
        { 
            "DesiredWeight": 1, 
            "VariantName": variant2["VariantName"] 
        } 
    ]
) 
             

Las métricas de CloudWatch de las invocaciones totales de cada variante muestran que todas 
las solicitudes de inferencia están siendo procesadas por la Variant2 y que la Variant1 ya no 
procesa solicitudes de inferencia.

Ahora puede actualizar de forma segura el punto de enlace y eliminar la Variant1 del punto de 
conexión. También puede continuar probando nuevos modelos en producción y agregar nuevas 
variantes al punto de conexión según los pasos 2 a 4.

Variantes ocultas

Puede utilizar Sagemaker Model Shadow Deployments para crear variantes ocultas de larga 
duración para validar cualquier nuevo componente candidato de su pila de servidores de modelos 
antes de promocionarlo a producción. El siguiente diagrama muestra con más detalle cómo 
funcionan las variantes ocultas.
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Implementación de variantes ocultas

En el siguiente ejemplo de código se muestra cómo se pueden implementar variantes ocultas 
mediante programación. Sustituya el texto del marcador de usuario del ejemplo por su 
propia información.

1. Cree dos modelos de SageMaker: uno para la variante de producción y otro para la variante 
oculta.

import boto3
from sagemaker import get_execution_role, Session 
                 
aws_region = "aws-region"

boto_session = boto3.Session(region_name=aws_region)
sagemaker_client = boto_session.client("sagemaker")

role = get_execution_role()
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bucket = Session(boto_session).default_bucket()

model_name1 = "name-of-your-first-model"
model_name2 = "name-of-your-second-model"

sagemaker_client.create_model( 
    ModelName = model_name1, 
    ExecutionRoleArn = role, 
    Containers=[ 
        { 
            "Image": "ecr-image-uri-for-first-model", 
            "ModelDataUrl": "s3-location-of-trained-first-model"  
        } 
    ]
)

sagemaker_client.create_model( 
    ModelName = model_name2, 
    ExecutionRoleArn = role, 
    Containers=[ 
        { 
            "Image": "ecr-image-uri-for-second-model", 
            "ModelDataUrl": "s3-location-of-trained-second-model"  
        } 
    ]
) 
                 

2. Creación de una configuración de punto de conexión. Especifique las variantes de producción y 
ocultas en la configuración.

endpoint_config_name = name-of-your-endpoint-config

create_endpoint_config_response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[ 
        { 
            "VariantName": name-of-your-production-variant, 
            "ModelName": model_name1, 
            "InstanceType": "ml.m5.xlarge", 
            "InitialInstanceCount": 1, 
            "InitialVariantWeight": 1, 
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        } 
    ], 
    ShadowProductionVariants=[ 
        { 
            "VariantName": name-of-your-shadow-variant, 
            "ModelName": model_name2, 
            "InstanceType": "ml.m5.xlarge", 
            "InitialInstanceCount": 1, 
            "InitialVariantWeight": 1, 
        } 
   ]
) 
                 

3. Cree un punto de conexión.

create_endpoint_response = sm.create_endpoint( 
    EndpointName=name-of-your-endpoint, 
    EndpointConfigName=endpoint_config_name,
) 
                 

Explicabilidad en línea con Clarify SageMaker

Esta guía muestra cómo configurar la explicabilidad en línea con Clarify. SageMaker Con los puntos 
finales de inferencia SageMaker en tiempo real, puede analizar la explicabilidad en tiempo real y de 
forma continua. La función de explicabilidad en línea se integra en la parte de implementación para 
producción del flujo de trabajo de Amazon SageMaker Machine Learning.

Cómo funciona la explicabilidad en línea de Clarify

El siguiente gráfico muestra la SageMaker arquitectura para alojar un punto final que responde a 
las solicitudes de explicabilidad. Describe las interacciones entre un punto final, el contenedor del 
modelo y la herramienta explicativa de SageMaker Clarify.
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Así es como funciona la explicabilidad en línea de Clarify. La aplicación envía una InvokeEndpoint
solicitud tipo REST al Runtime Service. SageMaker El servicio dirige esta solicitud a un SageMaker 
punto final para obtener predicciones y explicaciones. A continuación, el servicio recibe la respuesta 
del punto de conexión. Por último, el servicio envía la respuesta de vuelta a la aplicación.

Para aumentar la disponibilidad de los puntos finales, intenta distribuir SageMaker automáticamente 
las instancias de puntos finales en varias zonas de disponibilidad, según el número de instancias 
de la configuración del punto final. En una instancia de punto final, ante una nueva solicitud de 
explicabilidad, el explicador de SageMaker Clarify recurre al contenedor del modelo para realizar 
predicciones. A continuación, calcula y devuelve las atribuciones de características.

Estos son los cuatro pasos para crear un punto final que utilice SageMaker la explicabilidad en línea 
de Clarify:

1. Compruebe si su SageMaker modelo previamente entrenado es compatible con la explicabilidad 
en línea siguiendo los pasos de verificación previa.

2. Cree una configuración de punto final con la configuración explicativa de SageMaker Clarify 
mediante la API. CreateEndpointConfig

3. Cree un punto final y proporcione la configuración del punto final para SageMaker usar la
CreateEndpoint API. El servicio lanza la instancia de computación de ML e implementa el 
modelo según se especifica en la configuración.
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4. Invoca el punto final: una vez que el punto final esté en servicio, llama a la API SageMaker 
Runtime InvokeEndpoint para enviar solicitudes al punto final. A continuación, el punto de 
conexión devuelve las explicaciones y las predicciones.

Comprobación previa del contenedor de modelos

Esta sección le muestra cómo realizar la comprobación previa de la compatibilidad de las entradas 
y salidas del contenedor de modelos antes de configurar un punto de conexión. La explicación 
SageMaker de Clarify es independiente del modelo, pero tiene requisitos para la entrada y salida del 
contenedor del modelo.

Note

Puede aumentar la eficiencia si configura su contenedor para que admita solicitudes por 
lotes, que admiten dos o más registros en una sola solicitud. Por ejemplo, un único registro 
es una sola línea de datos CSV o una sola línea de datos JSON Lines. SageMaker Clarify 
intentará enviar primero un minilote de registros al contenedor modelo antes de recurrir a 
solicitudes de registro único.

Entrada del contenedor de modelos

CSV

El contenedor de modelos admite entradas en CSV con el tipo MIME: text/csv. La siguiente 
tabla muestra ejemplos de entradas compatibles con SageMaker Clarify.

Entrada del contenedor de modelos (represen 
tación de cadena)

Comentarios

'1,2,3,4' Registro único que utiliza cuatro caracterí 
sticas numéricas.

'1,2,3,4\n5,6,7,8' Dos registros, separados por un salto de línea 
'\n'.

'"Este es un buen producto",5' Registro único que contiene una caracterí 
stica de texto y una característica numérica.
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Entrada del contenedor de modelos (represen 
tación de cadena)

Comentarios

‘"Este es un buen producto",5\n"Mala 
experiencia de compra",1'

Dos registros.

JSON Lines

SageMaker también admite la entrada en formato denso de líneas JSON con el tipo 
MIME:application/jsonlines, como se muestra en la siguiente tabla.

Entrada del contenedor de modelos Comentarios

'{"datos":{"características":[1,2,3,4]}}' Registro único; se puede extraer una lista 
de características mediante la expresión 
JMESPath data.features .

'{"datos":{"características":[1,2,3,4]}}\n{"d 
atos":{"características":[5,6,7,8]}}'

Dos registros.

'{"características":["Este es un buen producto" 
,5]}'

Registro único; se puede extraer una lista 
de características mediante la expresión 
JMESPath features.

'{"características":["Este es un buen producto" 
,5]}\n{"características":["Mala experiencia de 
compra",1]}'

Dos registros.

Salida del contenedor de modelos

La salida del contenedor de modelos también debe estar en formato denso CSV o JSON Lines. 
Además, el contenedor del modelo debe incluir las probabilidades de los registros de entrada, que 
SageMaker Clarify utiliza para calcular las atribuciones de las características.

Los siguientes ejemplos de datos son para salidas de contenedores de modelos en formato CSV.
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Probability only

En el caso de problemas de regresión y clasificación binaria, el contenedor de modelos genera 
un único valor de probabilidad (puntuación) de la etiqueta predicha. Estas probabilidades se 
pueden extraer utilizando el índice de columna 0. En el caso de problemas con varias clases, 
el contenedor de modelos genera una lista de probabilidades (puntuaciones). En el caso de 
problemas con varias clases, si no se proporciona ningún índice, se extraen todos los valores.

Entrada del contenedor de modelos Salida del contenedor de modelos (represen 
tación de cadena)

Registro único '0,6'

Dos registros (resultados en una línea) '0,6,0,3'

Dos registros (resultados en dos líneas) '0,6\n0,3'

Registro único de un modelo multiclase (tres 
clases)

'0,1,0,6,0,3'

Dos registros de un modelo multiclase (tres 
clases)

'0,1,0,6,0,3\n0,2,0,5,0,3'

Predicted label and probabilities

El contenedor de modelos genera la etiqueta predicha seguida de su probabilidad en formato
CSV. Estas probabilidades se pueden extraer utilizando el índice 1.

Entrada del contenedor de modelos Salida del contenedor de modelos

Registro único '1,0,6'

Dos registros '1,0,6\n0,0,3'

Predicted labels header and probabilities

Se puede configurar un contenedor de modelos multiclase entrenado por el piloto automático 
para que genere la representación en cadena de la lista de etiquetas y probabilidades predichas 
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en formato CSV. En el siguiente ejemplo, las probabilidades se pueden extraer mediante el índice
1. Los encabezados de las etiquetas se pueden extraer mediante el índice 1, y los encabezados 
de las etiquetas se pueden extraer utilizando el índice 0.

Entrada del contenedor de modelos Salida del contenedor de modelos

Registro único '"[\'gato\',\'perro\',\'pez\']","[0,1,0,6,0,3]"'

Dos registros '"[\'gato\',\'perro\',\'pez\']","[0,1,0,6,0,3]"\n"[\'g 
ato\',\'perro\',\'pez\']","[0,2,0,5,0,3]"'

Los siguientes ejemplos de datos son para salidas del contenedor de modelos en formato JSON 
Lines.

Probability only

En este ejemplo, el contenedor de modelos genera la probabilidad que se puede extraer 
mediante una expresión de JMESPath score en formato JSON Lines.

Entrada del contenedor de modelos Salida del contenedor de modelos

Registro único '{"puntuación":0,6}'

Dos registros '{"puntuación":0,6}\n{"puntuación":0,3}'

Predicted label and probabilities

En este ejemplo, un contenedor de modelos multiclase genera una lista de encabezados de 
etiquetas junto con una lista de probabilidades en formato JSON Lines. Las probabilidades se 
pueden extraer mediante la expresión de JMESPath probability y los encabezados de las 
etiquetas se pueden extraer mediante la expresión de JMESPath predicted labels.

Entrada del contenedor de modelos Salida del contenedor de modelos

Registro único '{"etiquetas_predichas":["gato","perro","pez" 
],"probabilidades":[0,1,0,6,0,3]}'
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Entrada del contenedor de modelos Salida del contenedor de modelos

Dos registros '{"etiquetas_predichas":["gato","perro","pez" 
],"probabilidades":[0,1,0,6,0.3]}\n{"etiqueta 
s_predichas":["gato","perro","pez"],"probabil 
idades":[0,2,0,5,0,3]}'

Predicted labels header and probabilities

En este ejemplo, un contenedor de modelos multiclase genera una lista de encabezados de 
etiquetas y probabilidades en formato JSON Lines. Las probabilidades se pueden extraer 
mediante la expresión de JMESPath probability y los encabezados de las etiquetas se 
pueden extraer mediante la expresión de JMESPath predicted labels.

Entrada del contenedor de modelos Salida del contenedor de modelos

Registro único '{"etiquetas_predichas":["gato","perro","pez" 
],"probabilidades":[0,1,0,6,0,3]}'

Dos registros '{"etiquetas_predichas":["gato","perro","pez" 
],"probabilidades":[0,1,0,6,0.3]}\n{"etiqueta 
s_predichas":["gato","perro","pez"],"probabil 
idades":[0,2,0,5,0,3]}'

Validación del contenedor de modelos

Le recomendamos que implemente su modelo SageMaker en un punto final de inferencia en 
tiempo real y envíe las solicitudes al punto final. Examine manualmente las solicitudes (entradas 
del contenedor de modelos) y las respuestas (salidas del contenedor de modelos) para asegurarse 
de que ambas cumplan con los requisitos de las secciones Entrada del contenedor de modelos y
Salida del contenedor de modelos. Si el contenedor de modelos admite solicitudes por lotes, puede 
empezar con una sola solicitud de registro y, a continuación, probar con dos o más registros.

En los siguientes comandos se muestra cómo solicitar una respuesta mediante la AWS CLI. Viene 
AWS CLI preinstalado en las instancias de SageMaker Studio Classic y SageMaker Notebook. Si 
necesita instalar la AWS CLI, siga esta guía de instalación.
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aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name $ENDPOINT_NAME \ 
  --content-type $CONTENT_TYPE \ 
  --accept $ACCEPT_TYPE \ 
  --body $REQUEST_DATA \ 
  $CLI_BINARY_FORMAT \ 
  /dev/stderr 1>/dev/null

Los parámetros se definen como sigue:

• $ENDPOINT NAME: el nombre del punto de conexión.

• $CONTENT_TYPE: el tipo MIME de la solicitud (entrada del contenedor de modelos).

• $ACCEPT_TYPE: el tipo MIME de la respuesta (salida del contenedor de modelos).

• $REQUEST_DATA: la cadena de carga solicitada.

• $CLI_BINARY_FORMAT: el formato del parámetro de la interfaz de la línea de comandos (CLI). 
En la versión 1 de la AWS CLI, este parámetro debe permanecer en blanco. En la versión 2, este 
parámetro debe establecerse en --cli-binary-format raw-in-base64-out.

Note

La versión 2 de la AWS CLI pasa los parámetros binarios como cadenas codificadas en 
base64 de forma predeterminada.

El siguiente ejemplo usa la versión 1 de la AWS CLI:

Request and response in CSV format

• La solicitud consta de un único registro y la respuesta es su valor de probabilidad.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-xgboost-model \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body '1,2,3,4' \ 
  /dev/stderr 1>/dev/null

Salida:

Explicabilidad en línea de Clarify 4423

https://docs.aws.amazon.com/cli/latest/userguide/cliv2-migration.html#cliv2-migration-binaryparam


Amazon SageMaker Guía para desarrolladores

0.6

• La solicitud consta de dos registros, la respuesta incluye sus probabilidades y el modelo separa 
las probabilidades con una coma. La expresión $'content' en --body indica al comando 
que debe interpretar \n en el contenido como un salto de línea.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-xgboost-model \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Salida:

0.6,0.3

• La solicitud consta de dos registros, la respuesta incluye sus probabilidades y el modelo separa 
las probabilidades con un salto de línea.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Salida:

0.6

0.3

• La solicitud consta de un único registro y la respuesta son los valores de probabilidad (modelo 
multiclase, tres clases).

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body '1,2,3,4' \ 
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  /dev/stderr 1>/dev/null

Salida:

0.1,0.6,0.3

• La solicitud consta de dos registros y la respuesta incluye sus valores de probabilidad (modelo 
multiclase, tres clases).

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Salida:

0.1,0.6,0.3

0.2,0.5,0.3

• La solicitud consta de dos registros y la respuesta incluye la probabilidad y la etiqueta predicha.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-2 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Salida:

1,0.6

0,0.3

• La solicitud consta de dos registros y la respuesta incluye los encabezados de la etiqueta y las 
probabilidades.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-3 \ 
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  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Salida:

"['cat','dog','fish']","[0.1,0.6,0.3]"

"['cat','dog','fish']","[0.2,0.5,0.3]"

Request and response in JSON Lines format

• La solicitud consta de un único registro y la respuesta es su valor de probabilidad.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body '{"features":["This is a good product",5]}' \ 
  /dev/stderr 1>/dev/null

Salida:

{"score":0.6}

• La solicitud contiene dos registros y la respuesta incluye la probabilidad y la etiqueta predicha.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-2 \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body $'{"features":[1,2,3,4]}\n{"features":[5,6,7,8]}' \ 
  /dev/stderr 1>/dev/null

Salida:

{"predicted_label":1,"probability":0.6}

{"predicted_label":0,"probability":0.3}
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• La solicitud contiene dos registros y la respuesta incluye los encabezados de la etiqueta y las 
probabilidades.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-3 \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body $'{"data":{"features":[1,2,3,4]}}\n{"data":{"features":[5,6,7,8]}}' \ 
  /dev/stderr 1>/dev/null

Salida:

{"predicted_labels":["cat","dog","fish"],"probabilities":
[0.1,0.6,0.3]}

{"predicted_labels":["cat","dog","fish"],"probabilities":
[0.2,0.5,0.3]}

Request and response in different formats

• La solicitud está en formato CSV y la respuesta está en formato JSON Lines:

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-in-jsonlines-out \ 
  --content-type text/csv \ 
  --accept application/jsonlines \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Salida:

{"probability":0.6}

{"probability":0.3}

• La solicitud está en formato JSON Lines y la respuesta está en formato CSV:

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-in-csv-out \ 
  --content-type application/jsonlines \ 
  --accept text/csv \ 
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  --body $'{"features":[1,2,3,4]}\n{"features":[5,6,7,8]}' \ 
  /dev/stderr 1>/dev/null

Salida:

0.6

0.3

Una vez finalizadas las validaciones, elimine el punto de conexión de prueba.

Configuración y creación de un punto de conexión

Cree una nueva configuración de punto de conexión que se adapte a su modelo y utilice esta 
configuración para crear el punto de conexión. Puede usar el contenedor modelo validado en el
paso previo a la verificación para crear un punto final y habilitar la función de explicación en línea de 
SageMaker Clarify.

Utilice el sagemaker_client objeto para crear un punto final mediante la API.
CreateEndpointConfig Defina el miembro ClarifyExplainerConfig dentro del parámetro
ExplainerConfig de la siguiente manera:

sagemaker_client.create_endpoint_config( 
    EndpointConfigName='name-of-your-endpoint-config', 
    ExplainerConfig={ 
        'ClarifyExplainerConfig': { 
            'EnableExplanations': '`true`', 
            'InferenceConfig': { 
                ... 
            }, 
            'ShapConfig': { 
                ... 
            } 
        }, 
    }, 
    ProductionVariants=[{ 
        'VariantName': 'AllTraffic', 
        'ModelName': 'name-of-your-model', 
        'InitialInstanceCount': 1, 
        'InstanceType': 'ml.m5.xlarge', 
    }] 
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     ...
)
sagemaker_client.create_endpoint( 
    EndpointName='name-of-your-endpoint', 
    EndpointConfigName='name-of-your-endpoint-config'
)

La primera llamada al objeto sagemaker_client crea una nueva configuración de punto de 
conexión con la característica de explicabilidad habilitada. La segunda llamada usa la configuración 
del punto de conexión para lanzar el punto de conexión.

Note

También puede alojar varios modelos en un contenedor detrás de un punto final multimodelo 
de inferencia SageMaker en tiempo real y configurar la explicabilidad en línea con Clarify. 
SageMaker

La expresión EnableExplanations

El parámetro EnableExplanations es una cadena de expresión booleana de JMESPath. Se 
evalúa para cada registro de la solicitud de explicabilidad. Si se considera que este parámetro 
es verdadero, se explicará el registro. Si se evalúa que este parámetro es falso, no se generarán 
explicaciones.

SageMaker Clarify deserializa la salida del contenedor de modelos para cada registro en una 
estructura de datos compatible con JSON y, a continuación, usa el parámetro para evaluar los
EnableExplanations datos.

Notas

Hay dos opciones para los registros en función del formato de la salida del contenedor de 
modelos.

• Si la salida del contenedor de modelos está en formato CSV, se carga un registro como 
una matriz JSON.

• Si la salida del contenedor de modelos está en formato JSON Lines, se carga un registro 
como un objeto JSON.
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El parámetro EnableExplanations es una expresión JMESPath que se puede pasar durante las 
operaciones InvokeEndpoint o CreateEndpointConfig. Si la expresión JMESPath que ha 
proporcionado no es válida, se producirá un error al crear el punto de conexión. Si la expresión es 
válida, pero el resultado de la evaluación de la expresión es inesperado, el punto de conexión se 
creará correctamente, pero se generará un error cuando se invoque el punto de conexión. Pruebe la 
expresión EnableExplanations mediante la API InvokeEndpoint y, a continuación, aplíquela a 
la configuración del punto de conexión.

A continuación se muestran algunos ejemplos de expresiones de EnableExplanations válidas. 
En los ejemplos, una expresión JMESPath incluye un literal con caracteres de comillas invertidas. 
Por ejemplo, `true` significa verdadero.

Expresión (represen 
tación de cadena)

Salida del contenedor 
de modelos (represen 
tación de cadena)

Resultado de la 
evaluación (booleano)

Significado

'`true`' (N/A) True Activa la explicabi 
lidad en línea de 
forma incondicional.

'`false`' (N/A) False Desactiva la explicabi 
lidad en línea de 
forma incondicional.

'[1]>`0,5`' '1,0,6' True Para cada registro, 
el contenedor de 
modelos genera su 
etiqueta predicha y 
probabilidad. Explica 
un registro si su 
probabilidad (en el 
índice 1) es superior 
a 0,5.

'probabilidad>`0,5`' '{"etiqueta_predic 
ha":1,"probabilida 
d":0,6}'

True Para cada registro, 
el contenedor de 
modelos genera datos 
JSON. Explica un 
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Expresión (represen 
tación de cadena)

Salida del contenedor 
de modelos (represen 
tación de cadena)

Resultado de la 
evaluación (booleano)

Significado

registro si su probabili 
dad es superior a 0,5.

'!contains(probabi 
lities[:-1], max(proba 
bilities))'

'{"probabilidades" 
: [0,4, 0,1, 0,4], 
"etiquetas":["gato 
","perro","pez"]}'

False Para un modelo 
multiclase: explica 
un registro si su 
etiqueta predicha 
(la clase que tiene 
el valor de probabili 
dad máximo) es la 
última clase. Literalme 
nte, la expresión 
significa que el valor 
de probabilidad 
máxima no está en 
la lista de probabili 
dades, excluyendo la 
última.

Conjunto de datos sintéticos

SageMaker Clarify usa el algoritmo SHAP del núcleo. A partir de un registro (también denominado 
muestra o instancia) y de la configuración SHAP, el explicador primero genera un conjunto de datos 
sintético. SageMaker A continuación, Clarify consulta el contenedor del modelo para encontrar las 
predicciones del conjunto de datos y, a continuación, calcula y devuelve las atribuciones de las 
características. El tamaño del conjunto de datos sintético afecta al tiempo de ejecución del explicador 
de Clarify. Los conjuntos de datos sintéticos más grandes requieren más tiempo para obtener 
predicciones de modelos que los más pequeños.

El tamaño del conjunto de datos sintéticos se determina mediante la siguiente fórmula:

Synthetic dataset size = SHAP baseline size * n_samples

Explicabilidad en línea de Clarify 4431



Amazon SageMaker Guía para desarrolladores

El tamaño de referencia SHAP es el número de registros en los datos de referencia SHAP. Esta 
información se toma de ShapBaselineConfig.

El tamaño de n_samples lo establece el parámetro NumberOfSamples en la configuración del 
explicador y el número de características. Si el número de característica es n_features, entonces
n_samples es lo siguiente:

n_samples = MIN(NumberOfSamples, 2^n_features - 2)

A continuación se muestra n_samples si no se proporciona el NumberOfSamples.

n_samples = MIN(2*n_features + 2^11, 2^n_features - 2)

Por ejemplo, un registro tabular con 10 características tiene un tamaño de referencia SHAP de 1. Si 
no se proporciona el NumberOfSamples, el conjunto de datos sintético contiene 1022 registros. Si el 
registro tiene 20 características, el conjunto de datos sintético contiene 2088 registros.

En el caso de problemas de NLP, n_features es igual al número de características no textuales 
más el número de unidades de texto.

Note

La API InvokeEndpoint tiene un límite de tiempo de espera para las solicitudes. Si el 
conjunto de datos sintético es demasiado grande, es posible que el explicador no pueda 
completar el cálculo dentro de este límite. Si es necesario, utilice la información anterior para 
comprender y reducir el tamaño de referencia SHAP y NumberOfSamples. Si el contenedor 
de modelos está configurado para gestionar solicitudes por lotes, también puede ajustar el 
valor de MaxRecordCount.

Invocación del punto de conexión

Una vez que el punto final esté en ejecución, utilice la InvokeEndpointAPI SageMaker de tiempo 
de ejecución del servicio SageMaker de tiempo de ejecución para enviar solicitudes al punto final 
o invocarlo. En respuesta, el explicador de Clarify gestiona las solicitudes como solicitudes de 
explicabilidad. SageMaker
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Note

Para invocar un punto de conexión, elija una de las siguientes opciones:

• Para obtener instrucciones sobre cómo usar Boto3 o para invocar un punto final, AWS CLI 
consulte. Invoque modelos para inferencias en tiempo real

• Para usar el SageMaker SDK para Python a fin de invocar un punto final, consulta la API 
de Predictor.

Solicitud

La API InvokeEndpoint tiene un parámetro opcional EnableExplanations, que se asigna 
al encabezado HTTP X-Amzn-SageMaker-Enable-Explanations. Si se proporciona este 
parámetro, anula el parámetro EnableExplanationsde ClarifyExplainerConfig.

Note

Los parámetros ContentType y Accept de la API InvokeEndpoint son obligatorios. Los 
formatos admitidos incluyen el tipo MIME text/csv y application/jsonlines.

Utilice sagemaker_runtime_client para enviar una solicitud al punto de conexión de la siguiente 
manera:

response = sagemaker_runtime_client.invoke_endpoint( 
    EndpointName='name-of-your-endpoint', 
    EnableExplanations='`true`', 
    ContentType='text/csv', 
    Accept='text/csv', 
    Body='1,2,3,4',  # single record (of four numerical features)
)

En el caso de los puntos finales multimodelo, transfiere un TargetModel parámetro adicional en 
la solicitud de ejemplo anterior para especificar el modelo al que dirigirse en el punto final. El punto 
de conexión multimodelo carga dinámicamente los modelos de destino según sea necesario. Para 
obtener más información sobre los puntos finales multimodelo, consulte. Alojar varios modelos en 
un contenedor detrás de un punto de conexión Consulte el cuaderno de muestra SageMaker Clarify 
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Online sobre la explicabilidad de los terminales multimodelo para ver un ejemplo de cómo configurar 
e invocar varios modelos de destino desde un único punto final.

Respuesta

Si el punto de conexión se crea con ExplainerConfig, entonces, se utiliza un nuevo esquema 
de respuesta. Este nuevo esquema es diferente y no es compatible con un punto de conexión que 
carezca del parámetro ExplainerConfig proporcionado.

El tipo MIME de la respuesta es application/json, y la carga de la respuesta se puede 
decodificar de bytes UTF-8 a un objeto JSON. A continuación se muestra que los miembros de este 
objeto JSON son los siguientes:

• version: la versión del esquema de respuesta en formato de cadena. Por ejemplo, 1.0.

• predictions: las predicciones que hace la solicitud son las siguientes:

• content_type: el tipo MIME de las predicciones, en referencia al ContentType de la 
respuesta del contenedor de modelos.

• data: la cadena de datos de las predicciones entregada como carga de la respuesta del 
contenedor de modelos a la solicitud.

• label_headers: los encabezados de las etiquetas del parámetro LabelHeaders. Esto se 
proporciona en la configuración del explicador o en la salida del contenedor de modelos.

• explanations: las explicaciones que figuran en la carga de la solicitud. Si no se explica ningún 
registro, este miembro devuelve el objeto {} vacío.

• • kernel_shap: una clave que hace referencia a una matriz de explicaciones SHAP del 
kernel para cada registro de la solicitud. Si un registro no tiene explicación, la explicación 
correspondiente es null.

El elemento kernel_shap tiene los siguientes miembros:

• feature_header: el nombre del encabezado de las características que proporciona el parámetro
FeatureHeaders en la configuración del explicador ExplainerConfig.

• feature_type: el tipo de característica inferido por el explicador o proporcionado en el parámetro
FeatureTypes en ExplainerConfig. Este elemento solo está disponible para problemas de 
explicabilidad de NLP.
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• attributions: una matriz de objetos de atribución. Las características de texto pueden tener 
varios objetos de atribución, cada uno para una unidad. El objeto de atribución tiene los siguientes 
miembros:

• attribution: una lista de valores de probabilidad, proporcionada para cada clase.

• description: la descripción de las unidades de texto, disponible solo para problemas de 
explicabilidad de NLP.

• partial_text: la parte del texto explicada por el explicador.

• start_idx: un índice de base cero para identificar la ubicación de la matriz al principio del 
fragmento de texto parcial.

Ejemplos de código: SDK para Python

En esta sección se proporciona un ejemplo de código para crear e invocar un punto final que utilice la 
explicabilidad en línea de Clarify. SageMaker Estos ejemplos de código utilizan el SDK de AWS para 
Python.

Datos tabulares

En el siguiente ejemplo, se utilizan datos tabulares y un modelo denominado. SageMaker
model_name En este ejemplo, el contenedor de modelos acepta datos en formato CSV y cada 
registro tiene cuatro características numéricas. En esta configuración mínima, solo con fines de 
demostración, los datos de referencia SHAP se establecen en cero. Consulte para Referencias 
SHAP para la explicabilidad obtener información sobre cómo elegir valores más adecuados 
paraShapBaseline.

Configure el punto de conexión de la siguiente manera:

endpoint_config_name = 'tabular_explainer_endpoint_config'
response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[{ 
        'VariantName': 'AllTraffic', 
        'ModelName': model_name, 
        'InitialInstanceCount': 1, 
        'InstanceType': 'ml.m5.xlarge', 
    }], 
    ExplainerConfig={ 
        'ClarifyExplainerConfig': { 

Explicabilidad en línea de Clarify 4435

https://aws.amazon.com/sdk-for-python/
https://aws.amazon.com/sdk-for-python/


Amazon SageMaker Guía para desarrolladores

            'ShapConfig': { 
                'ShapBaselineConfig': { 
                    'ShapBaseline': '0,0,0,0', 
                }, 
            }, 
        }, 
    },
) 
             

Utilice la configuración de punto de conexión para crear un punto de conexión, de la siguiente 
manera:

endpoint_name = 'tabular_explainer_endpoint'
response = sagemaker_client.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name,
)

Utilice la API DescribeEndpoint para inspeccionar el progreso de la creación de un punto de 
conexión, de la siguiente manera:

response = sagemaker_client.describe_endpoint( 
    EndpointName=endpoint_name,
)
response['EndpointStatus']

Cuando el estado del punto final sea "InService«, invoque el punto final con un registro de prueba, de 
la siguiente manera:

response = sagemaker_runtime_client.invoke_endpoint( 
    EndpointName=endpoint_name, 
    ContentType='text/csv', 
    Accept='text/csv', 
    Body='1,2,3,4',
)
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Note

En el ejemplo de código anterior, en el caso de los puntos de conexión multimodelo, 
introduzca un parámetro TargetModel adicional en la solicitud para especificar a qué 
modelo debe dirigirse en el punto de conexión.

Suponga que la respuesta tiene un código de estado 200 (sin errores) y cargue el cuerpo de la 
respuesta de la siguiente manera:

import codecs
import json
json.load(codecs.getreader('utf-8')(response['Body']))

La acción predeterminada para el punto de conexión es explicar el registro. A continuación, se 
muestra un ejemplo de salida en el objeto JSON devuelto.

{ 
    "version": "1.0", 
    "predictions": { 
        "content_type": "text/csv; charset=utf-8", 
        "data": "0.0006380207487381" 
    }, 
    "explanations": { 
        "kernel_shap": [ 
            [ 
                { 
                    "attributions": [ 
                        { 
                            "attribution": [-0.00433456] 
                        } 
                    ] 
                }, 
                { 
                    "attributions": [ 
                        { 
                            "attribution": [-0.005369821] 
                        } 
                    ] 
                }, 
                { 
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                    "attributions": [ 
                        { 
                            "attribution": [0.007917749] 
                        } 
                    ] 
                }, 
                { 
                    "attributions": [ 
                        { 
                            "attribution": [-0.00261214] 
                        } 
                    ] 
                } 
            ] 
        ] 
    }
}

Utilice el parámetro EnableExplanations para habilitar las explicaciones bajo demanda, de la 
siguiente manera:

response = sagemaker_runtime_client.invoke_endpoint( 
    EndpointName=endpoint_name, 
    ContentType='text/csv', 
    Accept='text/csv', 
    Body='1,2,3,4', 
    EnableExplanations='[0]>`0.8`',
)

Note

En el ejemplo de código anterior, en el caso de los puntos de conexión multimodelo, 
introduzca un parámetro TargetModel adicional en la solicitud para especificar a qué 
modelo debe dirigirse en el punto de conexión.

En este ejemplo, el valor de predicción es inferior al valor umbral de 0.8, por lo que no se explica el 
registro:

{ 
    "version": "1.0", 
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    "predictions": { 
        "content_type": "text/csv; charset=utf-8", 
        "data": "0.6380207487381995" 
    }, 
    "explanations": {}
}

Utilice herramientas de visualización para ayudar a interpretar las explicaciones devueltas. La 
siguiente imagen muestra cómo se pueden utilizar los gráficos SHAP para comprender cómo 
contribuye cada característica a la predicción. El valor base del diagrama, también denominado 
valor esperado, es la media de las predicciones del conjunto de datos de entrenamiento. Las 
características que empujan el valor esperado hacia arriba aparecen en rojo y las características 
que empujan el valor esperado hacia abajo aparecen en azul. Consulte el diagrama de fuerza aditiva 
SHAP para obtener información adicional.

Consulte el cuaderno de ejemplos completo para datos tabulares.

Datos de texto

En esta sección se proporciona un ejemplo de código para crear e invocar un punto de conexión de 
explicabilidad en línea para datos de texto. El ejemplo de código usa SDK para Python.

En el siguiente ejemplo, se utilizan datos de texto y un SageMaker modelo llamadomodel_name. En 
este ejemplo, el contenedor de modelos acepta datos en formato CSV y cada registro es una sola 
cadena.

endpoint_config_name = 'text_explainer_endpoint_config'
response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[{ 
        'VariantName': 'AllTraffic', 
        'ModelName': model_name, 
        'InitialInstanceCount': 1, 
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        'InstanceType': 'ml.m5.xlarge', 
    }], 
    ExplainerConfig={ 
        'ClarifyExplainerConfig': { 
            'InferenceConfig': { 
                'FeatureTypes': ['text'], 
                'MaxRecordCount': 100, 
            }, 
            'ShapConfig': { 
                'ShapBaselineConfig': { 
                    'ShapBaseline': '"<MASK>"', 
                }, 
                'TextConfig': { 
                    'Granularity': 'token', 
                    'Language': 'en', 
                }, 
                'NumberOfSamples': 100, 
            }, 
        }, 
    },
)

• ShapBaseline: un token especial reservado para el procesamiento de lenguaje natural (NLP).

• FeatureTypes: identifica la característica como texto. Si no se proporciona este parámetro, el 
explicador intentará inferir el tipo de característica.

• TextConfig: especifica la unidad de granularidad y el idioma para el análisis de las 
características del texto. En este ejemplo, el idioma es el inglés y la granularidad token significa 
una palabra en texto inglés.

• NumberOfSamples: un límite para establecer los límites superiores del tamaño del conjunto de 
datos sintéticos.

• MaxRecordCount: el número máximo de registros de una solicitud que puede gestionar el 
contenedor de modelos. Este parámetro se establece para estabilizar el rendimiento.

Utilice la configuración de punto de conexión para crear un punto de conexión, de la siguiente 
manera:

endpoint_name = 'text_explainer_endpoint'
response = sagemaker_client.create_endpoint( 
    EndpointName=endpoint_name, 
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    EndpointConfigName=endpoint_config_name,
)

Cuando el estado del punto de conexión pase a ser InService, invoque el punto de conexión. En el 
siguiente ejemplo de código, se utiliza un registro de prueba de la siguiente manera:

response = sagemaker_runtime_client.invoke_endpoint( 
    EndpointName=endpoint_name, 
    ContentType='text/csv', 
    Accept='text/csv', 
    Body='"This is a good product"',
)

Si la solicitud se completa correctamente, el cuerpo de la respuesta devolverá un objeto JSON válido 
similar al siguiente:

{ 
    "version": "1.0", 
    "predictions": { 
        "content_type": "text/csv", 
        "data": "0.9766594\n" 
    }, 
    "explanations": { 
        "kernel_shap": [ 
            [ 
                { 
                    "attributions": [ 
                        { 
                            "attribution": [ 
                                -0.007270948666666712 
                            ], 
                            "description": { 
                                "partial_text": "This", 
                                "start_idx": 0 
                            } 
                        }, 
                        { 
                            "attribution": [ 
                                -0.018199033666666628 
                            ], 
                            "description": { 
                                "partial_text": "is", 
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                                "start_idx": 5 
                            } 
                        }, 
                        { 
                            "attribution": [ 
                                0.01970993241666666 
                            ], 
                            "description": { 
                                "partial_text": "a", 
                                "start_idx": 8 
                            } 
                        }, 
                        { 
                            "attribution": [ 
                                0.1253469515833334 
                            ], 
                            "description": { 
                                "partial_text": "good", 
                                "start_idx": 10 
                            } 
                        }, 
                        { 
                            "attribution": [ 
                                0.03291143366666657 
                            ], 
                            "description": { 
                                "partial_text": "product", 
                                "start_idx": 15 
                            } 
                        } 
                    ], 
                    "feature_type": "text" 
                } 
            ] 
        ] 
    }
}

Utilice herramientas de visualización para ayudar a interpretar las atribuciones de texto devueltas. 
La siguiente imagen muestra cómo se puede utilizar la utilidad de visualización de captum para 
comprender cómo contribuye cada palabra a la predicción. Cuanto mayor sea la saturación del color, 
mayor será la importancia que se le dé a la palabra. En este ejemplo, un color rojo brillante muy 
saturado indica una fuerte contribución negativa. Un color verde muy saturado indica una fuerte 
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contribución positiva. El color blanco indica que la palabra tiene una contribución neutra. Consulte 
la biblioteca de captum para obtener información adicional sobre el análisis y la renderización de las 
atribuciones.

Consulte el cuaderno de ejemplos completo para texto.

Guía para solucionar problemas

Si encuentra errores al utilizar la explicabilidad en SageMaker línea de Clarify, consulte los temas de 
esta sección.

InvokeEndpointLa API falla y aparece el error «:Read ReadTimeoutError timeout on endpoint...»

Este error significa que la solicitud no se pudo completar dentro del límite de tiempo de 60 segundos 
establecido por el tiempo de espera de la solicitud.

Para reducir la latencia de la solicitud, pruebe lo siguiente:

• Ajuste el rendimiento del modelo durante la inferencia. Por ejemplo, SageMaker Neo puede 
optimizar los modelos para la inferencia.

• Permita que el contenedor de modelos gestione las solicitudes por lotes.

• Utilice un MaxRecordCount más grande para reducir el número de llamadas desde el explicador 
al contenedor de modelos. Esto reducirá la latencia y la sobrecarga de la red.

• Use un tipo de instancia que tenga más recursos asignados. Como alternativa, asigne más 
instancias al punto de conexión para ayudar a equilibrar la carga.

• Reduzca la cantidad de registros incluidos en una sola solicitud InvokeEndpoint.

• Reduzca el número de registros de los datos de referencia.

• Utilice un valor de NumberOfSamples más pequeño para reducir el tamaño del conjunto de datos 
sintético. Para obtener más información sobre cómo afecta el número de muestras a su conjunto 
de datos sintéticos, consulteConjunto de datos sintéticos.
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Inferencia sin servidor

Amazon SageMaker Serverless Inference es una opción de inferencia diseñada específicamente que 
le permite implementar y escalar modelos de aprendizaje automático sin configurar ni administrar 
ninguna de las infraestructuras subyacentes. La inferencia sin servidor bajo demanda es ideal 
para cargas de trabajo que tienen períodos de inactividad entre picos de tráfico y que pueden 
tolerar arranques en frío. Los puntos de conexión sin servidor lanzan automáticamente los recursos 
informáticos y los amplían y reducen en función del tráfico, lo que elimina la necesidad de elegir 
tipos de instancias o de gestionar las políticas de escalado. Esto acaba con el trabajo pesado e 
indiferenciado que supone seleccionar y administrar los servidores. La inferencia sin servidor se 
integra con AWS Lambda para ofrecerle alta disponibilidad, tolerancia a errores integrada y escalado 
automático. Con un pay-per-use modelo, la inferencia sin servidor es una opción rentable si tiene 
un patrón de tráfico poco frecuente o impredecible. Cuando no haya solicitudes, la inferencia sin 
servidor reduce su punto de conexión a 0, lo que le ayuda a minimizar los costes. Para obtener más 
información sobre los precios de Serverless Inference bajo demanda, consulta Amazon SageMaker 
Pricing.

Si lo desea, también puede utilizar la simultaneidad aprovisionada con la inferencia sin servidor. 
La inferencia sin servidor con simultaneidad aprovisionada es una opción rentable cuando tiene 
ráfagas predecibles en su tráfico. La simultaneidad aprovisionada le permite implementar modelos 
en puntos finales sin servidor con un rendimiento predecible y una alta escalabilidad, ya que 
mantiene sus puntos de enlace calientes. SageMaker garantiza que, con el número de simultaneidad 
aprovisionada que asigne, los recursos informáticos se inicialicen y estén listos para responder en 
cuestión de milisegundos. En el caso de la inferencia sin servidor con simultaneidad aprovisionada, 
usted paga por la capacidad informática utilizada para procesar las solicitudes de inferencia, 
facturada por milisegundos, y por la cantidad de datos procesados. También paga por el uso de la 
simultaneidad aprovisionada, en función de la memoria configurada, la duración aprovisionada y la 
cantidad de simultaneidad habilitada. Para obtener más información sobre los precios de Serverless 
Inference with Provisioned Concurrency, consulte Amazon Pricing. SageMaker

Puede integrar la inferencia sin servidor con sus canalizaciones de MLOps para agilizar su flujo de 
trabajo de machine learning, y puede utilizar un punto de conexión sin servidor para alojar un modelo 
registrado en el modelo de registro.

La inferencia sin servidor suele estar disponible en 21 regiones de AWS: Este de EE. UU. (Norte 
de Virginia), Este de EE. UU. (Ohio), Oeste de EE. UU. (Norte de California), Oeste de EE. UU. 
(Oregón), África (Ciudad del Cabo), Asia-Pacífico (Hong Kong), Asia Pacífico (Seúl), Asia Pacífico 
(Osaka), Asia Pacífico (Singapur), Asia Pacífico (Sídney), Canadá (Central), Europa (Fráncfort), 
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Europa (Irlanda), Europa (Londres), Europa (París), Europa (Estocolmo), Europa (Milán), Medio 
Oriente (Baréin), América del Sur (São Paulo). Para obtener más información sobre la disponibilidad 
SageMaker regional de Amazon, consulta la Lista de servicios AWS regionales.

Cómo funciona

El siguiente diagrama muestra el flujo de trabajo de la inferencia sin servidor bajo demanda y las 
ventajas de utilizar un punto de conexión sin servidor.

Cuando crea un punto final sin servidor bajo demanda, SageMaker aprovisiona y administra los 
recursos informáticos por usted. Luego, puede realizar solicitudes de inferencia al punto final y recibir 
predicciones del modelo en respuesta. SageMaker amplía y reduce los recursos informáticos según 
sea necesario para gestionar el tráfico de solicitudes y solo paga por lo que utilice.

En el caso de la simultaneidad aprovisionada, la inferencia sin servidor también se integra con 
Application Auto Scaling, de modo que puede gestionar la simultaneidad aprovisionada en función 
de una métrica objetiva o de una programación. Para obtener más información, consulte Escalar 
automáticamente la simultaneidad aprovisionada para un punto de conexión sin servidor.

Las siguientes secciones proporcionan detalles adicionales sobre la inferencia sin servidor y su 
funcionamiento.

Temas

• Compatibilidad con contenedor

• Tamaño de memoria

• Invocaciones simultáneas

• Minimización del arranque en frío

• Exclusiones de características
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Compatibilidad con contenedor

Para su contenedor de punto final, puede elegir uno SageMaker de los contenedores proporcionados 
o traer el suyo propio. SageMaker proporciona contenedores para sus algoritmos integrados 
e imágenes de Docker prediseñadas para algunos de los marcos de aprendizaje automático 
más comunes, como Apache MXNet, TensorFlow, PyTorch y Chainer. Para ver una lista de las 
SageMaker imágenes disponibles, consulte Imágenes disponibles de Deep Learning Containers. Si 
va a traer su propio contenedor, debe modificarlo para que funcione con él SageMaker. Para obtener 
más información sobre cómo llevar su propio contenedor, consulte Adaptación del contenedor de 
inferencias propio.

El tamaño máximo de la imagen del contenedor que puede utilizar es de 10 GB. Para los puntos de 
conexión sin servidor, se recomienda crear solo un elemento de trabajo en el contenedor y cargar 
solo una copia del modelo. Tenga en cuenta que esto es diferente a los puntos de conexión en 
tiempo real, donde algunos SageMaker contenedores pueden crear una unidad de trabajo para cada 
vCPU a fin de procesar las solicitudes de inferencia y cargar el modelo en cada unidad de trabajo.

Si ya dispone de un contenedor para un punto de conexión en tiempo real, puede usar el mismo 
contenedor para su punto de conexión sin servidor, aunque se excluyen algunas funciones. 
Para obtener más información sobre las capacidades de los contenedores que no se admiten en 
inferencia sin servidor, consulte Exclusiones de características. Si eliges usar el mismo contenedor, 
guarda en SageMaker custodia (conserva) una copia de la imagen del contenedor hasta que 
elimines todos los puntos finales que usan la imagen. SageMaker cifra la imagen copiada en reposo 
con una clave de su propiedad. SageMaker AWS KMS

Tamaño de memoria

Su punto de conexión sin servidor tiene un tamaño de RAM mínimo de 1024 MB (1 GB) y el tamaño 
máximo de RAM que puede elegir es de 6144 MB (6 GB). Los tamaños de memoria que puede 
elegir son 1024 MB, 2048 MB, 3072 MB, 4096 MB, 5120 MB o 6144 MB. La inferencia sin servidor 
asigna automáticamente los recursos de procesamiento proporcionales a la memoria que seleccione. 
Si elige un tamaño de memoria mayor, su contenedor tendrá acceso a más vCPU. Seleccione 
el tamaño de memoria de su punto de conexión de acuerdo con el tamaño de su modelo. Por lo 
general, el tamaño de la memoria debe ser al menos tan grande como el tamaño del modelo. Es 
posible que deba realizar una evaluación comparativa para elegir la memoria adecuada para su 
modelo en función de sus SLA de latencia. Para obtener una guía paso a paso sobre la evaluación 
comparativa, consulte Presentación del kit de herramientas de evaluación comparativa de inferencias 
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de Amazon SageMaker Serverless. Los incrementos de tamaño de memoria tienen precios 
diferentes; consulta la página de SageMaker precios de Amazon para obtener más información.

Independientemente del tamaño de memoria que elija, su punto de conexión sin servidor dispone de 
5 GB de almacenamiento en disco efímero. Para obtener ayuda con los problemas de permisos de 
los contenedores al trabajar con el almacenamiento, consulte Solución de problemas.

Invocaciones simultáneas

La inferencia sin servidor bajo demanda gestiona políticas y cuotas de escalado predefinidas para 
la capacidad de su punto de conexión. Los puntos de conexión sin servidor tienen una cuota del 
número de invocaciones simultáneas que pueden procesarse al mismo tiempo. Si se invoca el punto 
de conexión antes de que termine de procesar la primera solicitud, gestionará la segunda solicitud de 
forma simultánea.

La simultaneidad total que puede compartir entre todos los puntos de conexión sin servidor de su 
cuenta depende de su región:

• Para las regiones de Este de EE. UU. (Ohio), el Este de EE. UU. (Norte de Virginia), el Oeste de 
EE. UU. (Oregón), Asia Pacífico (Singapur), Asia Pacífico (Sídney), Asia Pacífico (Tokio), Europa 
(Fráncfort) y Europa (Irlanda), la simultaneidad total que puede compartir entre todos los puntos de 
conexión sin servidor por región en su cuenta es 1000.

• Para las regiones de Oeste de EE. UU. (Norte de California), África (Ciudad del Cabo), Asia 
Pacífico (Hong Kong), Asia Pacífico (Mumbai), Asia Pacífico (Osaka), Asia Pacífico (Seúl), Canadá 
(Central), Europa (Londres), Europa (Milán), Europa (París), Europa (Estocolmo), Medio Oriente 
(Bahréin) y América del Sur (São Paulo), la simultaneidad total por región en su cuenta es de 500.

Puede establecer la simultaneidad máxima para un solo punto de conexión hasta 200, y el número 
total de puntos de conexión sin servidor que puede alojar en una región es de 50. La simultaneidad 
máxima de un punto de conexión individual impide que ese punto de conexión acepte todas las 
invocaciones permitidas para su cuenta, y cualquier invocación de punto de conexión que supere el 
máximo queda limitada.

Note

La simultaneidad aprovisionada que asigne a un punto de conexión sin servidor siempre 
debe ser inferior o igual a la simultaneidad máxima que haya asignado a ese punto de 
conexión.
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Para obtener información acerca de cómo configurar la simultaneidad máxima para su punto 
de conexión, consulte Creación de una configuración de punto de conexión. Para obtener más 
información sobre las cuotas y los límites, consulta los  SageMaker puntos de conexión y las cuotas 
de Amazon en. Referencia general de AWS Para solicitar un aumento del límite de servicio, consulte
Soporte de AWS. Para obtener instrucciones sobre cómo solicitar un aumento de límite de servicio, 
consulte Regiones y cuotas admitidas.

Minimización del arranque en frío

Si el punto de conexión de inferencia sin servidor bajo demanda no recibe tráfico durante un tiempo 
y, de repente, el punto de conexión recibe nuevas solicitudes, el punto de conexión puede tardar 
algún tiempo en activar los recursos informáticos necesarios para procesarlas. Esto se denomina
arranque en frío. Dado que los puntos de conexión sin servidor suministran recursos informáticos 
a pedido, es posible que su punto de conexión sufra interrupciones. También se puede producir un 
arranque en frío si las solicitudes simultáneas superan el uso actual de solicitudes simultáneas. El 
tiempo de arranque en frío depende del tamaño del modelo, del tiempo que lleve descargarlo y del 
tiempo de puesta en marcha del contenedor.

Para controlar cuánto dura el tiempo de arranque en frío, puedes usar la CloudWatch métrica de 
Amazon OverheadLatency para monitorear tu punto final sin servidor. Esta métrica registra el 
tiempo que se tarda en lanzar nuevos recursos informáticos para su punto de conexión. Para obtener 
más información sobre el uso de CloudWatch métricas con puntos de enlace sin servidor, consulte.
Monitorización de un punto de conexión sin servidor

Puede minimizar los arranques en frío mediante la simultaneidad aprovisionada. SageMaker 
mantiene el punto final caliente y preparado para responder en milisegundos, durante el número de 
simultaneidad aprovisionada que haya asignado.

Exclusiones de características

Algunas de las funciones disponibles actualmente para la inferencia SageMaker en tiempo real no 
son compatibles con la inferencia sin servidor, incluidas las GPU, los paquetes de modelos de AWS 
mercado, los registros de Docker privados, los puntos finales multimodelo, la configuración de VPC, 
el aislamiento de la red, la captura de datos, las múltiples variantes de producción, el monitor de 
modelos y los canales de inferencia.

No puede convertir un punto de conexión en tiempo real y basado en instancias en un punto de 
conexión sin servidor. Si intenta actualizar su punto de conexión en tiempo real a uno sin servidor, 
recibirá un mensaje ValidationError. Puede convertir un punto de conexión sin servidor en un 
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punto de conexión en tiempo real, pero una vez realizada la actualización, no podrá revertirlo a un 
punto de conexión sin servidor.

Introducción

Puede crear, actualizar, describir y eliminar un punto final sin servidor mediante la SageMaker 
consola, los AWS SDK, el SDK de Amazon SageMaker Python y el. AWS CLI Puede invocar su 
punto de conexión mediante los AWS SDK, el SDK de Amazon SageMaker Python y el. AWS CLI 
Para los puntos de conexión sin servidor con simultaneidad aprovisionada, puede usar Application 
Auto Scaling para escalar automáticamente la simultaneidad aprovisionada en función de una 
métrica objetiva o un cronograma. Para obtener más información acerca de cómo configurar y 
utilizar un punto de conexión sin servidor, consulte la guía Creación, invocación, actualización y 
eliminación de un punto de conexión sin servidor. Para obtener más información sobre el escalado 
automático de puntos de conexión sin servidor con la simultaneidad aprovisionada, consulte Escalar 
automáticamente la simultaneidad aprovisionada para un punto de conexión sin servidor.

Note

Actualmente, no se admite Application Auto Scaling para la inferencia aprovisionada no se 
admite actualmente en AWS CloudFormation.

Ejemplos de cuadernos y blogs

Para ver ejemplos de cuadernos de Jupyter que muestran flujos de trabajo de puntos finales end-to-
end sin servidor, consulte los cuadernos de ejemplo de inferencia de servidores.

Creación, invocación, actualización y eliminación de un punto de conexión 
sin servidor

A diferencia de otros puntos finales SageMaker en tiempo real, Serverless Inference administra los 
recursos de procesamiento por usted, lo que reduce la complejidad para que pueda centrarse en su 
modelo de aprendizaje automático en lugar de en administrar la infraestructura. La siguiente guía 
resalta las capacidades clave de los puntos de conexión sin servidor: cómo crear, invocar, actualizar, 
describir o eliminar un punto de conexión. Puede usar la SageMaker consola, los SDK, el AWS SDK 
de Amazon SageMaker Python o el AWS CLI para administrar sus puntos de conexión sin servidor.

Temas
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• Requisitos previos

• Creación de un punto de conexión sin servidor

• Invocación de un punto de conexión sin servidor

• Actualización de un punto de conexión sin servidor

• Describa un punto de conexión sin servidor

• Eliminación de un punto de conexión sin servidor

Requisitos previos

Antes de poder crear un punto de conexión sin servidor, debe cumplir los siguientes requisitos 
previos.

1. Establezca una cuenta de AWS. Primero necesita una cuenta de AWS y un usuario 
administrador de AWS Identity and Access Management. Para obtener instrucciones sobre cómo 
configurar una cuenta de AWS, consulte ¿Cómo puedo crear y activar una cuenta nueva de 
AWS ?. Para obtener instrucciones sobre cómo proteger su cuenta con un usuario administrador 
de IAM, consulte Creación del primer grupo y usuario administrador de IAM en la Guía del 
usuario de IAM.

2. Cree un bucket de Amazon S3. Utilice un bucket de Amazon S3 para almacenar los artefactos 
de su modelo. Para obtener información sobre cómo crear un bucket, consulte Crear su primer 
bucket de S3 en la Guía del usuario de Amazon S3.

3. Cargue los artefactos de su modelo en el bucket de S3. Para obtener instrucciones sobre cómo 
cargar el modelo en su bucket, consulte Cargar un objeto en su bucket en la Guía del usuario de 
Amazon S3.

4. Cree un rol de IAM para Amazon SageMaker. Amazon SageMaker necesita acceder al depósito 
S3 que almacena tu modelo. Cree un rol de IAM con una política que dé acceso de SageMaker 
lectura a su bucket. El siguiente procedimiento muestra cómo crear un rol en la consola, 
pero también puedes usar la CreateRoleAPI de la Guía del usuario de IAM. Para obtener 
información sobre cómo dar a su rol permisos más detallados basados en su caso de uso, 
consulte SageMaker Funciones.

a. Inicie sesión en la consola de IAM.

b. En la pestaña de navegación, seleccione Roles.

c. Seleccione Crear rol.
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d. En Seleccione el tipo de entidad de confianza, elija el AWSservicio y, a continuación, elija
SageMaker.

e. Seleccione Siguiente: permisos y, a continuación, Siguiente: etiquetas.

f. (Opcional) Agregue etiquetas como pares clave-valor si quiere tener metadatos para el rol.

g. Seleccione Siguiente: revisar.

h. En Nombre de rol, introduzca un nombre de rol único en su cuenta de AWS. No puede 
editar el nombre del rol una vez creado.

i. (Opcional) En Descripción del rol, introduzca una descripción para el nuevo rol.

j. Seleccione Crear rol.

5. Adjunte los permisos del bucket de S3 a su SageMaker función. Tras crear un rol de IAM, 
adjunte una política que dé SageMaker permiso para acceder al depósito de S3 que contiene los 
artefactos de su modelo.

a. En la pestaña de navegación de la consola de IAM, seleccione Roles.

b. En la lista de roles, busque el rol que haya creado en el paso anterior por nombre.

c. Seleccione su rol y, a continuación, seleccione Asociar políticas.

d. En Asociar políticas de permisos, seleccione crear política.

e. Seleccione la vista Crear política y haga clic en la pestaña JSON.

f. Añada la siguiente declaración de política en el editor JSON. Asegúrese de sustituir <your-
bucket-name> por el nombre del bucket de S3 que almacena los artefactos de su modelo. 
Si quiere restringir el acceso a una carpeta o un archivo específicos de su bucket, también 
puede especificar la ruta de la carpeta de Amazon S3, por ejemplo, <your-bucket-
name>/<model-folder>.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": "s3:GetObject", 
            "Resource": "arn:aws:s3:::<your-bucket-name>/*" 
        } 
    ]
}
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g. Seleccione Siguiente: etiquetas.

h. (Opcional) Agregar etiquetas en pares clave-valor a la política.

i. Seleccione Siguiente: revisar.

j. En Nombre, introduzca un nombre para la política.

k. (Opcional) Añada una descripción a la política.

l. Seleccione Crear política.

m. Tras crear la política, vuelva a Funciones en la consola de IAM y seleccione su SageMaker 
función.

n. Seleccione Asociar políticas.

o. En Asociar permisos, busque la política que haya creado por su nombre. Selecciónela y 
seleccione Asociar política.

6. Seleccione una imagen del contenedor Docker prediseñada o añada la suya propia. El 
contenedor que elija sirve para hacer inferencias en su punto final. SageMaker proporciona 
contenedores para algoritmos integrados e imágenes de Docker prediseñadas para algunos 
de los marcos de aprendizaje automático más comunes, como Apache MXNet, TensorFlow, 
PyTorch y Chainer. Para obtener una lista completa de las SageMaker imágenes disponibles, 
consulte Imágenes disponibles de Deep Learning Containers.

Si ninguno de los SageMaker contenedores existentes satisface tus necesidades, es posible que 
tengas que crear tu propio contenedor de Docker. Para obtener información sobre cómo crear 
una imagen de Docker y hacerla compatible con ella SageMaker, consulte. Usar un código de 
inferencia propio Para usar el contenedor con un punto de conexión sin servidor, la imagen del 
contenedor debe residir en un repositorio de Amazon ECR dentro de la misma cuenta de AWS 
que crea el punto de conexión.

7. (Opcional) Registre su modelo en el registro de modelos. SageMaker Model Registry le ayuda 
a catalogar y administrar las versiones de sus modelos para utilizarlas en las canalizaciones 
de aprendizaje automático. Para obtener más información sobre cómo registrar una versión de 
su modelo, consulte Cree un grupo de modelos y Registro de una versión del modelo. Para ver 
un ejemplo de un flujo de trabajo del registro de modelos e inferencias sin servidor, consulte el 
siguiente cuaderno de ejemplo.

8. (Opcional) Traiga una clave AWS KMS. Al configurar un punto final sin servidor, tiene la opción 
de especificar una clave de KMS que se SageMaker utilice para cifrar la imagen de Amazon 
ECR. Tenga en cuenta que la política de claves para la clave KMS debe permitir el acceso 
a la función de IAM que especifique al configurar el punto de conexión. Para obtener más 
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información sobre las claves de KMS, consulte la AWS Key Management ServiceGuía del 
desarrollador.

Creación de un punto de conexión sin servidor

Para crear un punto final sin servidor, puede utilizar la SageMaker consola de Amazon, las API o 
laAWS CLI. Puede crear un punto final sin servidor mediante un proceso similar al de un punto de 
conexión en tiempo real.

Temas

• Crear un modelo

• Creación de una configuración de punto de conexión

• Crear un punto de conexión

Crear un modelo

Para crear el modelo, debe proporcionar la ubicación de los artefactos de su modelo y la imagen del 
contenedor. También puede utilizar una versión modelo de Model SageMaker Registry. Los ejemplos 
de las siguientes secciones muestran cómo crear un modelo mediante la CreateModelAPI, Model 
Registry y la  SageMakerconsola de Amazon.

Crear un modelo (mediante el registro de modelos)

El registro de modelos es una función SageMaker que le ayuda a catalogar y administrar las 
versiones de su modelo para utilizarlas en las canalizaciones de aprendizaje automático. Para utilizar 
el registro de modelos con inferencia sin servidor, primero debe registrar una versión del modelo 
en un grupo de modelos del registro de modelos. Para obtener información sobre cómo registrar 
un modelo en el registro de modelos, siga los procedimientos que se indican en Cree un grupo de 
modelos y Registro de una versión del modelo.

El siguiente ejemplo requiere que tengas el ARN de una versión de modelo registrada y usa el
AWSSDK para Python (Boto3) para llamar a la API. CreateModel En cuanto a la inferencia sin 
servidor, el registro de modelos solo es compatible actualmente con el SDK de AWS para Python 
(Boto3). Por ejemplo, especifique los siguientes valores:

• En model_name, introduzca un nombre para el modelo.

• Para ellosagemaker_role, puedes usar el rol SageMaker creado por defecto o un rol de 
SageMaker IAM personalizado en el paso 4 de la sección. Requisitos previos
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• En ModelPackageName, especifique el ARN de la versión de su modelo, que debería haberse 
registrado en un grupo de modelos del registro de modelos.

#Setup
import boto3
import sagemaker
region = boto3.Session().region_name
client = boto3.client("sagemaker", region_name=region)

#Role to give SageMaker permission to access AWS services.
sagemaker_role = sagemaker.get_execution_role()

#Specify a name for the model
model_name = "<name-for-model>"

#Specify a Model Registry model version
container_list = [ 
    { 
        "ModelPackageName": <model-version-arn>
     } 
 ]

#Create the model
response = client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    container_list
)

Crear un modelo (mediante la API)

El siguiente ejemplo usa el AWSSDK para Python (Boto3) para llamar a la API. CreateModel
Especifique los siguientes valores:

• Pues sagemaker_role, puedes usar el rol SageMaker creado por defecto o un rol de 
SageMaker IAM personalizado en el paso 4 de la sección. Requisitos previos

• En model_url, especifique el URI de Amazon S3 para su modelo.

• En container, recupere el contenedor que quiera usar por su ruta de Amazon ECR. En este 
ejemplo, se utiliza un contenedor XGBoost SageMaker proporcionado por nosotros. Si no ha 
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seleccionado un SageMaker contenedor o ha traído el suyo propio, consulte el paso 6 de la
Requisitos previos sección para obtener más información.

• En model_name, introduzca un nombre para el modelo.

#Setup
import boto3
import sagemaker
region = boto3.Session().region_name
client = boto3.client("sagemaker", region_name=region)

#Role to give SageMaker permission to access AWS services.
sagemaker_role = sagemaker.get_execution_role()

#Get model from S3
model_url = "s3://DOC-EXAMPLE-BUCKET/models/model.tar.gz"

#Get container image (prebuilt example)
from sagemaker import image_uris
container = image_uris.retrieve("xgboost", region, "0.90-1")

#Create model
model_name = "<name-for-model>"

response = client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    Containers = [{ 
        "Image": container, 
        "Mode": "SingleModel", 
        "ModelDataUrl": model_url, 
    }]
)

Crear un modelo (usando la consola)

1. Inicia sesión en la  SageMakerconsola de Amazon.

2. En la pestaña de navegación, seleccione Inferencia.

3. A continuación, seleccione Modelos.

4. Seleccione Crear modelo.
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5. En Nombre del modelo, introduzca un nombre para el modelo que sea exclusivo de su cuenta y 
Región de AWS.

6. Para el rol de IAM, seleccione un rol de IAM que ya haya creado (consulteRequisitos previos) o 
permita que SageMaker se cree uno para usted.

7. En la Definición de contenedor 1, en Opciones de entrada del contenedor, seleccione
Proporcionar artefactos del modelo y ubicación de entrada.

8. En Proporcionar artefactos de modelo y opciones de imagen de inferencia, seleccione Usar un 
solo modelo.

9. En Ubicación de la imagen del código de inferencia, introduzca una ruta de Amazon ECR para 
un contenedor. La imagen debe ser una imagen propia SageMaker proporcionada (por ejemplo 
TensorFlow, XGBoost) o una imagen que resida en un repositorio de Amazon ECR dentro de 
la misma cuenta en la que está creando el punto final. Si no tiene ningún contenedor, vuelva al 
paso 6 de la sección Requisitos previos para obtener más información.

10. Para Ubicación de artefactos del modelo, introduzca el URI de Amazon S3 en su modelo de 
machine learning. Por ejemplo, s3://DOC-EXAMPLE-BUCKET/models/model.tar.gz.

11. (Opcional) En Etiquetas, agregue pares clave-valor para crear metadatos para su modelo.

12. Seleccione Crear modelo.

Creación de una configuración de punto de conexión

Una vez creado el modelo, cree una configuración de punto de conexión. A continuación, puede 
implementar el modelo utilizando las especificaciones de la configuración de su punto de conexión. 
En la configuración, especifique si desea un punto de conexión en tiempo real o sin servidor. Para 
crear una configuración de punto final sin servidor, puede utilizar la  SageMaker consola de Amazon, 
la CreateEndpointConfigAPI o laAWS CLI. Los enfoques de la API y la consola se describen en las 
siguientes secciones.

Crear una configuración de punto de conexión (usando API)

El siguiente ejemplo usa el AWSSDK para Python (Boto3) para llamar a la API.
CreateEndpointConfig Especifique los siguientes valores:

• En EndpointConfigName, seleccione un nombre para la configuración del punto de conexión. El 
nombre debe ser único dentro de su cuenta en una Región.
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• (Opcional) ParaKmsKeyId, utilice el ID de clave, el ARN de clave, el nombre del alias o el ARN del 
alias para la AWS KMS clave que desee utilizar. SageMaker utiliza esta clave para cifrar la imagen 
de Amazon ECR.

• En ModelName, utilice el nombre del modelo que quiera implementar. Debe ser el mismo modelo 
que haya utilizado en el paso Crear un modelo.

• En ServerlessConfig:

• Establezca MemorySizeInMB en 2048. En este ejemplo, hemos establecido el tamaño de la 
memoria en 2048 MB, pero puede elegir cualquiera de los siguientes valores para el tamaño de 
la memoria: 1024 MB, 2048 MB, 3072 MB, 4096 MB, 5120 MB o 6144 MB.

• Establezca MaxConcurrency en 20. Para este ejemplo, estableceremos la simultaneidad 
máxima en 20. El número máximo de invocaciones simultáneas que puede establecer para un 
punto de conexión sin servidor es 200 y el valor mínimo que puede elegir es 1.

• (Opcional) Para usar la simultaneidad aprovisionada, establezca ProvisionedConcurrency
en 10. Para este ejemplo, estableceremos la simultaneidad aprovisionada en 10. El número
ProvisionedConcurrency de un punto de conexión sin servidor debe ser inferior o igual 
al número MaxConcurrency. Puede dejarlo vacío si quiere utilizar un punto de conexión 
de inferencia sin servidor bajo demanda. Puede escalar de forma dinámica la simultaneidad 
de aprovisionamiento. Para obtener más información, consulte Escalar automáticamente la 
simultaneidad aprovisionada para un punto de conexión sin servidor.

response = client.create_endpoint_config( 
   EndpointConfigName="<your-endpoint-configuration>", 
   KmsKeyId="arn:aws:kms:us-east-1:123456789012:key/143ef68f-76fd-45e3-abba-
ed28fc8d3d5e", 
   ProductionVariants=[ 
        { 
            "ModelName": "<your-model-name>", 
            "VariantName": "AllTraffic", 
            "ServerlessConfig": { 
                "MemorySizeInMB": 2048, 
                "MaxConcurrency": 20, 
                "ProvisionedConcurrency": 10, 
            } 
        }  
    ]
)
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Crear una configuración de punto de conexión (usando la consola)

1. Inicia sesión en la  SageMakerconsola de Amazon.

2. En la pestaña de navegación, seleccione Inferencia.

3. A continuación, seleccione las configuraciones de punto de conexión.

4. Seleccione Crear configuración de punto de conexión.

5. En el nombre de la configuración del punto de conexión, introduzca un nombre único dentro de 
su cuenta en una región.

6. En Tipo de punto de conexión, seleccione Sin rervidor.
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7. En las variantes de producción, seleccione Añadir modelo.

8. En Añadir modelo, seleccione el modelo que quiera usar de la lista de modelos y, a 
continuación, seleccione Guardar.

9. Tras añadir el modelo, en Acciones, seleccione Editar.

10. En Tamaño de memoria, seleccione el tamaño de memoria que quiera en GB.

11. En Simultaneidad máxima, introduzca el número máximo de invocaciones simultáneas que 
quiera para el punto de conexión. El valor máximo que puede introducir es 200 y el mínimo es 1.

12. (Opcional) Para usar la simultaneidad aprovisionada, introduzca el número deseado de 
invocaciones simultáneas en el campo de configuración de simultaneidad aprovisionada. El 
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número de invocaciones simultáneas aprovisionadas debe ser menor o igual que el número 
máximo de invocaciones simultáneas.

13. Seleccione Guardar.

14. (Opcional) En Etiquetas, introduzca pares clave-valor si quiere crear metadatos para la 
configuración de punto de conexión.

15. Seleccione Crear configuración de punto de conexión.

Crear un punto de conexión

Para crear un punto final sin servidor, puedes usar la  SageMaker consola de Amazon, la
CreateEndpointAPI o laAWS CLI. Los enfoques de la API y la consola se describen en las siguientes 
secciones. Una vez creado el punto de conexión, este puede tardar unos minutos en estar 
disponible.

Crear un punto de conexión (mediante la API)

El siguiente ejemplo usa el AWSSDK para Python (Boto3) para llamar a la API. CreateEndpoint
Especifique los siguientes valores:

• En EndpointName, introduzca un nombre para el punto de conexión que sea exclusivo dentro de 
una región de su cuenta.

• En EndpointConfigName, utilice el nombre de la configuración del punto de conexión que haya 
creado en la sección anterior.

response = client.create_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-endpoint-config>"
)

Crear un punto de conexión (usando la consola)

1. Inicia sesión en la  SageMakerconsola de Amazon.

2. En la pestaña de navegación, seleccione Inferencia.

3. A continuación, seleccione Puntos de conexión.

4. Seleccione Crear punto de conexión.

Creación, invocación, actualización y eliminación de un punto de conexión sin servidor 4461

https://console.aws.amazon.com/sagemaker/home
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpoint.html
https://boto3.amazonaws.com/v1/documentation/api/latest/index.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpoint.html
https://console.aws.amazon.com/sagemaker/home


Amazon SageMaker Guía para desarrolladores

5. En el nombre del punto de conexión, introduzca un nombre que sea único dentro de una región 
de su cuenta.

6. En Asociar configuración del punto de enlace, seleccione Usar una configuración del punto de 
conexión existente.

7. En la configuración del punto de conexión, seleccione el nombre de la configuración del punto 
de conexión que haya creado en la sección anterior y, a continuación, seleccione Seleccionar 
configuración del punto de conexión.

8. (Opcional) En Etiquetas, introduzca pares clave-valor si quiere crear metadatos para el punto de 
conexión.

9. Seleccione Crear punto de conexión.
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Invocación de un punto de conexión sin servidor

Para realizar la inferencia utilizando un punto de conexión sin servidor, debe enviar una solicitud 
HTTP al punto de conexión. Puedes usar la InvokeEndpointAPI o laAWS CLI, que realizan una POST
solicitud para invocar tu punto de conexión. El tamaño máximo de carga útil de solicitud y respuesta 
para las invocaciones sin servidor es de 4 MB. Para puntos de conexión sin servidor:

• El modelo debería descargarse y el servidor debería responder correctamente a /ping en un 
plazo de 3 minutos.

• El tiempo de espera para que el contenedor responda a las solicitudes de inferencia de /
invocations es de 1 minuto.

Invocar un punto de conexión

El siguiente ejemplo usa el AWSSDK para Python (Boto3) para llamar a la API. InvokeEndpoint Ten 
en cuenta que, a diferencia de las demás llamadas a la API de esta guíaInvokeEndpoint, for 
debes usar SageMaker Runtime Runtime como cliente. Especifique los siguientes valores:

• En endpoint_name, utilice el nombre del punto de conexión sin servidor en servicio que quiera 
invocar.

• En content_type, especifique el tipo MIME de sus datos de entrada en el cuerpo de la solicitud 
(por ejemplo, application/json).

• En payload, utilice la carga útil de la solicitud como inferencia. Su carga útil debe estar en bytes o 
un objeto similar a un archivo.

runtime = boto3.client("sagemaker-runtime")

endpoint_name = "<your-endpoint-name>"
content_type = "<request-mime-type>"
payload = <your-request-body>

response = runtime.invoke_endpoint( 
    EndpointName=endpoint_name, 
    ContentType=content_type, 
    Body=payload
)
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Actualización de un punto de conexión sin servidor

Antes de actualizar su punto de conexión, cree una nueva configuración de punto de conexión o 
utilice una configuración de punto de conexión existente. La configuración del punto de conexión 
es donde se especifican los cambios para la actualización. Luego, puede actualizar su punto final 
con la SageMaker consola, la UpdateEndpointAPI o elAWS CLI. El proceso de actualización de un 
punto de conexión sin servidor es el mismo que el proceso de actualización de un punto de conexión 
en tiempo real. Ten en cuenta que, al actualizar tu terminal, puedes tener problemas al realizar 
solicitudes al punto final, ya que SageMaker debes volver a inicializar el contenedor y el modelo.

Es posible que quiera actualizar un punto de conexión sin servidor bajo demanda a un punto 
de conexión sin servidor con simultaneidad aprovisionada o ajustar el valor de simultaneidad 
aprovisionada para un punto de conexión sin servidor existente con simultaneidad aprovisionada. 
En ambos casos, tendrá que crear una nueva configuración de punto de conexión sin servidor con el 
valor deseado para la simultaneidad aprovisionada y aplicar UpdateEndpoint al punto de conexión 
sin servidor existente. Para obtener más información sobre la creación de una nueva configuración 
del punto de conexión sin servidor con la simultaneidad aprovisionada, consulte Creación de una 
configuración de punto de conexión.

Si quiere eliminar la simultaneidad aprovisionada de un punto de conexión sin servidor, tendrá 
que crear una nueva configuración de punto de conexión sin especificar ningún valor para la 
simultaneidad aprovisionada y, a continuación, aplicar UpdateEndpoint al punto de conexión.

Note

Actualmente, no se admite la actualización de un punto de conexión de inferencia en tiempo 
real a un punto de conexión sin servidor bajo demanda o a un punto de conexión sin servidor 
con la simultaneidad aprovisionada.

Actualizar el punto de conexión

Tras crear una nueva configuración de punto final sin servidor, puede utilizar la consola AWS SDK 
for Python (Boto3)o la SageMaker consola para actualizar un punto final sin servidor existente. En las 
siguientes secciones se describen ejemplos de cómo actualizar su terminal mediante la SageMaker 
consola AWS SDK for Python (Boto3) y la consola.
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Para actualizar el punto final (con Boto3)

En el siguiente ejemplo, se utiliza AWS SDK for Python (Boto3)para llamar al método
update_endpoint. Especifique al menos los siguientes parámetros al llamar al método:

• En EndpointName, utilice el nombre del punto de conexión que está actualizando.

• En EndpointConfigName, utilice el nombre de la configuración del punto de conexión que quiera 
utilizar para la actualización.

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<new-endpoint-config>",
)

Actualizar el punto de conexión (mediante la consola)

1. Inicia sesión en la  SageMakerconsola de Amazon.

2. En la pestaña de navegación, seleccione Inferencia.

3. A continuación, seleccione Puntos de conexión.

4. En la lista de puntos de conexión, seleccione el punto de conexión que quiera actualizar.

5. Seleccione Cambiar en la sección Configuración del punto de conexión.

6. En Cambiar la configuración del punto de conexión, seleccione Usar una configuración de punto 
de conexión existente.

7. En la lista de configuraciones de puntos de conexión, seleccione aquella que quiera usar para la 
actualización.

8. Seleccione Seleccionar configuración del punto de conexión.

9. Seleccione Actualizar punto de conexión.

Describa un punto de conexión sin servidor

Es posible que quiera recuperar información sobre su punto de conexión, incluidos detalles como 
el ARN del punto de conexión, el estado actual, la configuración de la implementación y los motivos 
del error. Puede encontrar información sobre su punto final mediante la SageMaker consola, la
DescribeEndpointAPI o elAWS CLI.
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Describir un punto de conexión (mediante la API)

El siguiente ejemplo usa el AWSSDK para Python (Boto3) para llamar a la API. DescribeEndpoint En
EndpointName, utilice el nombre del punto de conexión que quiera comprobar.

response = client.describe_endpoint( 
    EndpointName="<your-endpoint-name>",
)

Describir un punto de conexión (mediante la consola)

1. Inicia sesión en la  SageMakerconsola de Amazon.

2. En la pestaña de navegación, seleccione Inferencia.

3. A continuación, seleccione Puntos de conexión.

4. En la lista de puntos de conexión, seleccione el punto de conexión que quiera comprobar.

La página del punto de conexión recoge la información sobre el punto de conexión.

Eliminación de un punto de conexión sin servidor

Puede eliminar su punto final sin servidor mediante la SageMaker consola, la DeleteEndpointAPI o 
elAWS CLI. En los siguientes ejemplos, se muestra cómo eliminar el punto final a través de la API y 
la SageMaker consola.

Eliminar un punto de conexión (usando la API)

El siguiente ejemplo usa el AWSSDK para Python (Boto3) para llamar a la API. DeleteEndpoint En
EndpointName, utilice el nombre del punto de conexión sin servidor que quiera eliminar.

response = client.delete_endpoint( 
    EndpointName="<your-endpoint-name>",
)

Eliminar un punto de conexión (usando la consola)

1. Inicia sesión en la  SageMakerconsola de Amazon.

2. En la pestaña de navegación, seleccione Inferencia.

3. A continuación, seleccione Puntos de conexión.

4. En la lista de puntos de conexión, seleccione aquel que quiera eliminar.
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5. Seleccione la lista desplegable Acciones y, a continuación, seleccione Eliminar.

6. Cuando se le pregunte, seleccione Eliminar.

Su punto de conexión debería comenzar ahora el proceso de eliminación.

Monitorización de un punto de conexión sin servidor

Para supervisar su punto de conexión sin servidor, puede utilizar las alarmas de Amazon 
CloudWatch. CloudWatch es un servicio que recopila métricas en tiempo real de sus aplicaciones 
AWS y recursos. Una alarma vigila las métricas a medida que se recopilan y permite especificar 
previamente un umbral y las medidas que deberían tomarse en caso de que se supere. Por ejemplo, 
la alarma de CloudWatch puede enviarle una notificación en caso de que su punto de conexión 
supere un umbral de error. Al configurar las alarmas de CloudWatch, obtendrá visibilidad del 
rendimiento y la funcionalidad de su punto de conexión. Para obtener más información acerca de 
la creación de alarmas de CloudWatch, consulte Uso de las alarmas de Amazon CloudWatch en la
Guía del usuario de Amazon CloudWatch.

Monitorización con CloudWatch

Las siguientes métricas son una lista exhaustiva de métricas para puntos de conexión sin servidor. 
Las métricas que no figuran a continuación no se publican para los puntos de conexión sin servidor. 
Para obtener información sobre las siguientes métricas, consulte Monitorización de Amazon 
SageMaker con Amazon CloudWatch.

Métricas de puntos de conexión comunes

Estas métricas de CloudWatch son las mismas que las publicadas para los puntos de conexión en 
tiempo real.

La métrica OverheadLatency registra toda la latencia adicional que SageMaker ha añadido, 
incluida la hora de arranque en frío para lanzar nuevos recursos informáticos para su punto de 
conexión sin servidor. En comparación con los puntos de conexión sin servidor bajo demanda, la
OverheadLatency de los puntos de conexión sin servidor con la simultaneidad aprovisionada suele 
ser significativamente menor.

Los puntos de conexión sin servidor también pueden utilizar las métricas Invocations4XXErrors,
Invocations5XXErrors, Invocations, ModelLatency, ModelSetupTime y
MemoryUtilization. Para obtener más información sobre estas métricas, consulte SageMaker 
Métricas de invocación de terminales.
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Métricas de punto de conexión sin servidor

Estas métricas de CloudWatch se publican tanto para los puntos de conexión sin servidor bajo 
demanda como para los puntos de conexión sin servidor con simultaneidad aprovisionada.

Nombre de métrica Descripción Unidad/estadísticas

ServerlessConcurre 
ntExecutionsUtiliz 
ation

El número de ejecuciones 
simultáneas entre la simultane 
idad máxima.

Unidades: ninguna

Estadísticas válidas: media, 
máxima, mínima

Punto de conexión sin servidor con métricas de simultaneidad aprovisionada

Estas métricas de CloudWatch se publican para puntos de conexión sin servidor con simultaneidad 
aprovisionada.

Nombre de métrica Descripción Unidad/estadísticas

ServerlessProvisio 
nedConcurrencyExec 
utions

El número de ejecuciones 
simultáneas que gestiona el 
punto de conexión.

Unidades: recuento

Estadísticas válidas: media, 
máxima, mínima

ServerlessProvisio 
nedConcurrencyUtil 
ization

El número de ejecuciones 
simultáneas por la simultane 
idad aprovisionada asignada.

Unidades: ninguna

Estadísticas válidas: media, 
máxima, mínima

ServerlessProvisio 
nedConcurrencyInvo 
cations

El número de solicitudes
InvokeEndpoint  gestionad 
as por la simultaneidad 
aprovisionada.

Unidades: recuento

Estadísticas válidas: media, 
máxima, mínima

ServerlessProvisio 
nedConcurrencySpil 
loverInvocations

El número de solicitudes 
de InvokeEndpoint  no 
administradas por la simultane 
idad aprovisionada, sino 

Unidades: recuento

Estadísticas válidas: media, 
máxima, mínima
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Nombre de métrica Descripción Unidad/estadísticas

administradas por la inferencia 
sin servidor bajo demanda.

Registros

Si desea monitorizar los registros de su punto de conexión para realizar una depuración o un análisis 
del progreso, puede utilizar registros de Amazon CloudWatch. El grupo de registros proporcionado 
por SageMaker que puede usar para los puntos de conexión sin servidor es /aws/sagemaker/
Endpoints/[EndpointName]. Para obtener más información sobre el uso de registros de 
CloudWatch en SageMaker, consulte Registra SageMaker los eventos de Amazon con Amazon 
CloudWatch. Para obtener más información sobre los registros de CloudWatch, consulte ¿Qué son 
los registros de CloudWatch de Amazon? en la Guía del usuario de registros de CloudWatch de 
Amazon.

Escalar automáticamente la simultaneidad aprovisionada para un punto de 
conexión sin servidor

Amazon SageMaker escala automáticamente los puntos de conexión sin servidor bajo demanda para 
ampliarlos o reducirlos. Para los puntos de conexión sin servidor con simultaneidad aprovisionada, 
puede utilizar Application Auto Scaling para aumentar o reducir la simultaneidad aprovisionada en 
función de su perfil de tráfico, optimizando así los costes.

He aquí los requisitos previos para escalar automáticamente la simultaneidad aprovisionada en los 
puntos de conexión sin servidor:

• Registrar un modelo

• Definir una política de escalado

• Aplicar una política de escalado

Para poder utilizar el escalado automático, debe haber implementado ya un modelo en un punto de 
conexión sin servidor con la simultaneidad aprovisionada. Los modelos desplegados se conocen 
como variantes de producción. Consulte Creación de una configuración de punto de conexión y
Crear un punto de conexión para obtener más información sobre la implementación de un modelo en 
un punto de conexión sin servidor con la simultaneidad aprovisionada. Para especificar las métricas 
y los valores de destino para una política de escalado, deberá configurar una política de escalado. 
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Para obtener más información sobre cómo definir una política de escalado, consulte Definir una 
política de escalado. Una vez registrado su modelo y definido una política de escalado, aplique la 
política de escalado al modelo registrado. Para obtener información sobre cómo aplicar la política de 
escalado, consulte Aplicar una política de escalado.

Para obtener más información sobre otros requisitos previos y componentes que se utilizan con 
el escalado automático, consulte la sección Descripción general del escalado automático en la 
documentación de Escalado automático de SageMaker.

Registrar un modelo

Para añadir el escalado automático a un punto de conexión sin servidor con simultaneidad 
aprovisionada, primero debe registrar su modelo (variante de producción) con AWS CLI o la API de 
Application Auto Scaling.

Registrar un modelo (AWS CLI)

Para registrar su punto de conexión, utilice el comando register-scalable-target AWS CLI 
con los siguientes parámetros:

• --service-namespace: establezca este valor en sagemaker.

• --resource-id: el identificador de recursos del modelo (específicamente, la variante de 
producción). Para este parámetro, el tipo de recurso es endpoint y el identificador único es 
el nombre de la variante de producción. Por ejemplo, endpoint/MyEndpoint/variant/
MyVariant.

• --scalable-dimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.

• --min-capacity: el número mínimo de simultaneidad aprovisionada para el modelo. Establezca
--min-capacity en al menos 1. Debe ser igual o inferior al valor especificado para --max-
capacity.

• --max-capacity: el número máximo de simultaneidad aprovisionada que debe habilitarse 
mediante Application Auto Scaling. Establezca --max-capacity en un mínimo de 1. Debe ser 
mayor o igual que el valor especificado para --min-capacity.

El siguiente ejemplo muestra cómo registrar un modelo denominado MyVariant que se escala 
dinámicamente para tener un valor de simultaneidad aprovisionada de 1 a 10:

aws application-autoscaling register-scalable-target \ 
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    --service-namespace sagemaker \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant \ 
    --min-capacity 1 \ 
    --max-capacity 10 
             

Registrar un modelo (API de Application Auto Scaling)

Para registrar su modelo, utilice la acción de la API de Application Auto Scaling
RegisterScalableTarget con los siguientes parámetros:

• ServiceNamespace: establezca este valor en sagemaker.

• ResourceId: el identificador de recursos del modelo (específicamente, la variante de producción). 
Para este parámetro, el tipo de recurso es endpoint y el identificador único es el nombre de la 
variante de producción. Por ejemplo, endpoint/MyEndpoint/variant/MyVariant.

• ScalableDimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.

• MinCapacity: el número mínimo de simultaneidad aprovisionada para el modelo. Establezca
MinCapacity en al menos 1. Debe ser igual o inferior al valor especificado para MaxCapacity.

• MaxCapacity: el número máximo de simultaneidad aprovisionada que debe habilitarse mediante 
Application Auto Scaling. Establezca MaxCapacity en un mínimo de 1. Debe ser mayor o igual 
que el valor especificado para MinCapacity.

El siguiente ejemplo muestra cómo registrar un modelo denominado MyVariant que se escala 
dinámicamente para tener un valor de simultaneidad aprovisionada de 1 a 10:

POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.RegisterScalableTarget
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndPoint/variant/MyVariant", 
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    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency", 
    "MinCapacity": 1, 
    "MaxCapacity": 10
} 
             

Definir una política de escalado

Para especificar las métricas y los valores de destino para una política de escalado, puede 
configurar una política de escalado de seguimiento de destino. Defina la política de escalado 
como un bloque JSON en un archivo de texto. Puede utilizar ese archivo de texto al invocar el 
AWS CLI o la API de Application Auto Scaling. Para definir rápidamente una política de escalado 
de seguimiento de destino para un punto de conexión sin servidor, utilice la métrica predefinida
SageMakerVariantProvisionedConcurrencyUtilization.

{ 
    "TargetValue": 0.5, 
    "PredefinedMetricSpecification":  
    { 
        "PredefinedMetricType": "SageMakerVariantProvisionedConcurrencyUtilization" 
    }, 
    "ScaleOutCooldown": 1, 
    "ScaleInCooldown": 1
} 
         

Aplicar una política de escalado

Una vez registrado su modelo, podrá aplicar una política de escalado a su punto de conexión 
sin servidor con la simultaneidad aprovisionada. Consulte Aplicar una política de escalado de 
seguimiento de destino para aplicar una política de escalado de seguimiento de destino que haya 
definido. Si el flujo de tráfico hacia su punto de conexión sin servidor sigue una rutina predecible, 
en lugar de aplicar una política de escalado basada en el seguimiento de los objetivos, puede que 
quiera programar las acciones de escalado en momentos específicos. Para obtener más información 
sobre las acciones de escalado de programación, consulte Escalado programado.

Aplicar una política de escalado de seguimiento de destino

Puede utilizar la AWS CLI o la AWS Management Console API de Application Auto Scaling para 
aplicar una política de escalado de seguimiento de destino al punto de conexión sin servidor con la 
simultaneidad de aplicaciones.
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Aplicar una política de escalado de seguimiento de destino (AWS CLI)

Para aplicar una política de escalado a su modelo, use el comando put-scaling-policy de la 
AWS CLI con los siguientes parámetros:

• --policy-name: el nombre de la política de escalado.

• --policy-type: establezca este valor en TargetTrackingScaling.

• --resource-id: el identificador de recurso para la variante. Para este parámetro, el tipo 
de recurso es endpoint y el identificador único es el nombre de la variante. Por ejemplo,
endpoint/MyEndpoint/variant/MyVariant.

• --service-namespace: establezca este valor en sagemaker.

• --scalable-dimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.

• --target-tracking-scaling-policy-configuration: configuración de la política de 
escalado de seguimiento de destino que se usará para el modelo.

El siguiente ejemplo muestra cómo aplicar una política de escalado de seguimiento de destino 
nombrada MyScalingPolicy a un modelo llamado MyVariant. La configuración de la política se 
guarda en un archivo denominado scaling-policy.json.

aws application-autoscaling put-scaling-policy \ 
    --policy-name MyScalingPolicy \ 
    --policy-type TargetTrackingScaling \ 
    --service-namespace sagemaker \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant \ 
    --target-tracking-scaling-policy-configuration file://[file-localtion]/scaling-
policy.json 
                 

Aplicar una política de escalado de seguimiento de destino (API de Application Auto Scaling)

Para aplicar una política de escalado a su modelo, use la acción de la API de Application Auto 
Scaling PutScalingPolicy con los siguientes parámetros.

• PolicyName: el nombre de la política de escalado.

• PolicyType: establezca este valor en TargetTrackingScaling.
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• ResourceId: el identificador de recurso para la variante. Para este parámetro, el tipo de recurso 
es endpoint y el identificador único es el nombre de la variante. Por ejemplo, endpoint/
MyEndpoint/variant/MyVariant.

• ServiceNamespace: establezca este valor en sagemaker.

• ScalableDimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.

• TargetTrackingScalingPolicyConfiguration: configuración de la política de escalado de 
seguimiento de destino que se usará para el modelo.

El siguiente ejemplo muestra cómo aplicar una política de escalado de seguimiento de destino 
nombrada MyScalingPolicy a un modelo llamado MyVariant. La configuración de la política se 
guarda en un archivo denominado scaling-policy.json.

POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.PutScalingPolicy
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "PolicyName": "MyScalingPolicy", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant", 
    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency", 
    "PolicyType": "TargetTrackingScaling", 
    "TargetTrackingScalingPolicyConfiguration":  
    { 
        "TargetValue": 0.5, 
        "PredefinedMetricSpecification":  
        { 
            "PredefinedMetricType": "SageMakerVariantProvisionedConcurrencyUtilization" 
        } 
    }
} 
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Aplicar una política de escalado de seguimiento de destino (AWS Management Console)

Para aplicar una política de escalado al destino con el AWS Management Console:

1. Inicie sesión en la consola de Amazon SageMaker.

2. En el panel de navegación, elija Inferencia.

3. Seleccione punto de conexión para ver una lista de todos sus puntos de conexión.

4. Seleccione el punto de conexión al que quiera aplicar la política de escalado. Aparecerá una 
página con la configuración del punto de conexión, con los modelos (variante de producción) 
listados en la sección de configuración del tiempo de ejecución del punto de conexión.

5. Seleccione la variante de producción a la que quiera aplicar la política de escalado y elija
Configurar el autoescalado. Aparecerá la página Configurar escalado automático de variantes.
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6. Introduzca los valores mínimo y máximo de simultaneidad aprovisionada en los campos
Simultaneidad mínima aprovisionada y Simultaneidad máxima aprovisionada, respectivamente, 
en la sección Escalado automático de variantes. La simultaneidad mínima aprovisionada debe 
ser menor o igual que la simultaneidad máxima aprovisionada.

7. Introduzca el valor objetivo en el campo Valor objetivo de la métrica de destino,
SageMakerVariantProvisionedConcurrencyUtilization.

8. (Opcional) Introduzca los valores de recuperación de escalado descendente y recuperación de 
escalado ascendente (en segundos) en los campos Recuperación de escalado descendente y
Recuperación de escalado ascendente respectivamente.

9. (Opcional) Seleccione Desactivar escalado descendente si no desea que el escalado automático 
elimine la instancia cuando disminuye el tráfico.

10. Seleccione Guardar.

Escalado programado

Si el tráfico hacia su punto de conexión sin servidor con la simultaneidad aprovisionada sigue un 
patrón rutinario, puede programar acciones de escalado en momentos específicos, para escalar 
de forma descendente o ascendente la simultaneidad aprovisionada. Puede utilizar AWS CLI o 
Application Auto Scaling para programar acciones de escalado.

Escalado programado (AWS CLI)

Para aplicar una política de escalado a su modelo, use el comando put-scheduled-action de la 
AWS CLI con los siguientes parámetros:

• --schedule-action-name: el nombre de la acción de escalado.

• --schedule: una expresión cron que especifica las horas de inicio y finalización de la acción de 
escalado con una programación recurrente.

• --resource-id: el identificador de recurso para la variante. Para este parámetro, el tipo 
de recurso es endpoint y el identificador único es el nombre de la variante. Por ejemplo,
endpoint/MyEndpoint/variant/MyVariant.

• --service-namespace: establezca este valor en sagemaker.

• --scalable-dimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.

• --scalable-target-action: el objetivo de la acción de escalado.
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El siguiente ejemplo muestra cómo agregar una acción de escalado denominada
MyScalingAction a un modelo nombrado MyVariant en una programación recurrente. En el 
momento de la programación especificada (todos los días a las 12:15 PM UTC), si la simultaneidad 
aprovisionada actual es inferior al valor especificado para MinCapacity. Application Auto Scaling 
escala horizontalmente la simultaneidad aprovisionada al valor especificado por MinCapacity.

aws application-autoscaling put-scheduled-action \ 
    --scheduled-action-name 'MyScalingAction' \ 
    --schedule 'cron(15 12 * * ? *)' \ 
    --service-namespace sagemaker \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --scalable-target-action 'MinCapacity=10' 
                 

Escalado programado (API de Application Auto Scaling API)

Para aplicar una política de escalado a su modelo, utilice la acción de la API de Application Auto 
Scaling PutScheduledAction con los siguientes parámetros:

• ScheduleActionName: el nombre de la acción de escalado.

• Schedule: una expresión cron que especifica las horas de inicio y finalización de la acción de 
escalado con una programación periódica.

• ResourceId: el identificador de recurso para la variante. Para este parámetro, el tipo de recurso 
es endpoint y el identificador único es el nombre de la variante. Por ejemplo, endpoint/
MyEndpoint/variant/MyVariant.

• ServiceNamespace: establezca este valor en sagemaker.

• ScalableDimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.

• ScalableTargetAction: el destino de la acción de escalado.

El siguiente ejemplo muestra cómo agregar una acción de escalado denominada
MyScalingAction a un modelo nombrado MyVariant en una programación recurrente. En el 
momento de la programación especificada (todos los días a las 12:15 PM UTC), si la simultaneidad 
aprovisionada actual es inferior al valor especificado para MinCapacity. Application Auto Scaling 
escala horizontalmente la simultaneidad aprovisionada al valor especificado por MinCapacity.

POST / HTTP/1.1
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Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.PutScheduledAction
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "ScheduledActionName": "MyScalingAction", 
    "Schedule": "cron(15 12 * * ? *)", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant", 
    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency", 
    "ScalableTargetAction": "MinCapacity=10" 
        } 
    }
} 
                

Eliminación de una política de escalado

Puede eliminar una política de escalado utilizando la AWS Management Console, la AWS CLI o la 
API de Application Auto Scaling. Para obtener más información sobre cómo eliminar una política de 
escalado con la AWS Management Console, consulte Eliminación de una política de escalado en la
documentación de escalado de SageMaker.

Eliminación de una política de escalado (AWS CLI)

Para aplicar una política de escalado a su modelo, use el comando delete-scaling-policy de 
la AWS CLI con los siguientes parámetros:

• --policy-name: el nombre de la política de escalado.

• --resource-id: el identificador de recurso para la variante. Para este parámetro, el tipo 
de recurso es endpoint y el identificador único es el nombre de la variante. Por ejemplo,
endpoint/MyEndpoint/variant/MyVariant.

• --service-namespace: establezca este valor en sagemaker.

• --scalable-dimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.
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En el siguiente ejemplo se elimina una política de escalado denominada MyScalingPolicy de una 
variante llamada MyVariant.

aws application-autoscaling delete-scaling-policy \ 
    --policy-name MyScalingPolicy \ 
    --service-namespace sagemaker \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant 
             

Eliminación de una política de escalado (API de Application Auto Scaling)

Para eliminar una política de escalado de su modelo, use la acción de la API de Application Auto 
Scaling DeleteScalingPolicy con los siguientes parámetros:

• PolicyName: el nombre de la política de escalado.

• ResourceId: el identificador de recurso para la variante. Para este parámetro, el tipo de recurso 
es endpoint y el identificador único es el nombre de la variante. Por ejemplo, endpoint/
MyEndpoint/variant/MyVariant.

• ServiceNamespace: establezca este valor en sagemaker.

• ScalableDimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.

El siguiente ejemplo usa la API de Application Auto Scaling para eliminar una política de escalado 
denominada MyScalingPolicy de un modelo denominadoMyVariant.

POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.DeleteScalingPolicy
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "PolicyName": "MyScalingPolicy", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant", 
    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency",
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} 
             

Anular el registro de un modelo

Puede anular del registro de un modelo con la AWS Management Console, AWS CLI o la API de 
Application Auto Scaling.

Anular el registro de un modelo (AWS CLI)

Para anular el registro de un modelo de Application Auto Scaling, use el comando deregister-
scalable-target de la AWS CLI con los siguientes parámetros:

• --resource-id: el identificador de recurso para la variante. Para este parámetro, el tipo 
de recurso es endpoint y el identificador único es el nombre de la variante. Por ejemplo,
endpoint/MyEndpoint/variant/MyVariant.

• --service-namespace: establezca este valor en sagemaker.

• --scalable-dimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.

El siguiente ejemplo anula del registro de un modelo denominado MyVariant de Application Auto 
Scaling.

aws application-autoscaling deregister-scalable-target \ 
    --service-namespace sagemaker \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant 
             

Anular el registro de un modelo (API de Application Auto Scaling)

Para anular el registro de un modelo de Application Auto Scaling, use la acción de la API Application 
Auto Scaling DeregisterScalableTarget con los siguientes parámetros:

• ResourceId: el identificador de recurso para la variante. Para este parámetro, el tipo de recurso 
es endpoint y el identificador único es el nombre de la variante. Por ejemplo, endpoint/
MyEndpoint/variant/MyVariant.

• ServiceNamespace: establezca este valor en sagemaker.
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• ScalableDimension: establezca este valor en
sagemaker:variant:DesiredProvisionedConcurrency.

El siguiente ejemplo usa la API de Application Auto Scaling para anular el registro de un modelo 
denominado MyVariant de Application Auto Scaling.

POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.DeregisterScalableTarget
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant", 
    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency",
} 
             

Anular el registro de un modelo (AWS Management Console)

Para anular el registro de un modelo (variante de producción) con el AWS Management Console:

1. Abra la consola de Amazon SageMaker.

2. En el panel de navegación, elija Inferencia.

3. Elija puntos de conexión para ver una lista de sus puntos de conexión.

4. Elija el punto de conexión sin servidor que aloja la variante de producción. Aparecerá una página 
con la configuración del punto de conexión, con las variantes de producción listadas en la 
sección Configuración de tiempo de ejecución de punto de conexión.

5. Seleccione la variante de producción que quiera anular del registro y elija Configurar 
autoescalado. Aparecerá la página Configurar escalado automático de variantes.

6. Seleccione Anular el registro de escalado automático.
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Solución de problemas

Si tiene problemas con la inferencia sin servidor, consulte los siguientes consejos de solución de 
problemas.

Problemas con los contenedores

Si el contenedor que usa para un punto de conexión sin servidor es el mismo que usaste en un punto 
de conexión basado en instancias, es posible que su contenedor no tenga permisos para escribir 
archivos. Esto podría deberse por alguna de las siguientes razones:

• Tu punto de conexión sin servidor no se puede crear ni actualizar debido a un error en la 
comprobación del estado del ping.

• Los registros de Amazon CloudWatch del punto de conexión muestran que el contenedor no 
puede escribir en algún archivo o directorio debido a un error de permisos.

Para solucionar este problema, puede intentar añadir permisos de lectura, escritura y ejecución 
para other en el archivo o directorio y, a continuación, reconstruir el contenedor. Puede realizar los 
siguientes pasos para completar este proceso:

1. En el Dockerfile que usaste para crear el contenedor, añada el siguiente comando: RUN chmod 
o+rwX <file or directory name>

2. Reconstruir el contenedor.

3. Cargue la nueva imagen del contenedor en Amazon ECR.

4. Intente crear o actualizar de nuevo el punto de conexión sin servidor.

Inferencia asíncrona

Amazon SageMaker Asynchronous Inference es una capacidad SageMaker que pone en cola las 
solicitudes entrantes y las procesa de forma asíncrona. Esta opción es ideal para solicitudes con 
cargas de gran tamaño (hasta 1 GB), tiempos de procesamiento prolongados (hasta una hora) y 
requisitos de latencia cercanos al tiempo real. La inferencia asíncrona le permite ahorrar costes al 
escalar automáticamente el número de instancias a cero cuando no hay solicitudes que procesar, de 
modo que solo paga cuando el punto de conexión procesa las solicitudes.
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Cómo funciona

Crear un punto de conexión de inferencia asíncrono es similar a crear puntos de conexión de 
inferencia en tiempo real. Puede usar sus SageMaker modelos existentes y solo necesita especificar 
el AsyncInferenceConfig objeto al crear la configuración de su punto final con el campo de 
la API. EndpointConfig CreateEndpointConfig En el siguiente diagrama, se muestran la 
arquitectura y el flujo de trabajo de la inferencias asíncronas.

Para invocar el punto de conexión, debe colocar la carga de la solicitud en Amazon S3 y 
proporcionar un puntero a esta carga como parte de la solicitud InvokeEndpointAsync. Tras la 
invocación, SageMaker pone en cola la solicitud para su procesamiento y devuelve un identificador 
y una ubicación de salida como respuesta. Tras el procesamiento, SageMaker coloca el resultado 
en la ubicación de Amazon S3. Si lo desea, puede optar por recibir notificaciones de éxito o error 
con Amazon SNS. Para obtener más información acerca de cómo configurar las notificaciones 
asíncronas, consulte Revisar los resultados de predicciones.
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Note

La presencia de un objeto de configuración de inferencia asíncrona 
(AsyncInferenceConfig) en la configuración del punto de conexión implica que este solo 
puede recibir invocaciones asíncronas.

¿Cómo puedo comenzar?

Si es la primera vez que utiliza Amazon SageMaker Asynchronous Inference, le recomendamos que 
haga lo siguiente:

• Lea Creación, invocación y actualización de un punto de conexión asíncrono para obtener 
información sobre cómo crear, invocar, actualizar y eliminar un punto de conexión asíncrono.

• Consulte el cuaderno de ejemplo de inferencia asincrónica en el repositorio aws/. amazon-
sagemaker-examples GitHub

Tenga en cuenta que, si el punto de conexión utiliza alguna de las características incluidas en esta 
página Exclusiones, no podrá utilizar la inferencia asíncrona.

Creación, invocación y actualización de un punto de conexión asíncrono

En esta guía se muestran los requisitos previos que debe cumplir para crear un punto de conexión 
asíncrono; también se explica cómo crear y eliminar puntos de conexión asíncronos y cómo invocar 
a estos. Puede crear, actualizar, eliminar e invocar puntos de conexión asíncronos con los SDK de 
AWS y el Amazon SageMaker Python SDK.

Temas

• Requisitos previos

• Crear un punto de conexión de inferencia asíncrono

• Invocar un punto de conexión asíncrono

• Actualizar un punto de conexión asíncrono

• Eliminar un punto de conexión asíncrono
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Requisitos previos

A fin de utilizar puntos de conexión asíncronos, asegúrese primero de cumplir estos requisitos 
previos.

1. Crear un rol de IAM para Amazon SageMaker.

La inferencia asíncrona necesita acceso al URI de su bucket de Amazon S3. Para ello, cree un 
rol de IAM que pueda ejecutar SageMaker y que tenga permiso para acceder a Amazon S3 y 
Amazon SNS. Con este rol, SageMaker puede ejecutarse en su cuenta y acceder a su bucket de 
Amazon S3 y a los temas de Amazon SNS.

Puede crear un rol de IAM con la consola de IAM, AWS SDK for Python (Boto3) o AWS CLI. A 
continuación, se muestra un ejemplo de cómo crear un rol de IAM y cómo asociar las políticas 
necesarias a la consola de IAM.

a. Inicie sesión en la AWS Management Console y abra la consola de IAM en https:// 
console.aws.amazon.com/iam/.

b. En el panel de navegación de la consola de IAM, seleccione Roles y, a continuación, 
seleccione Create role (Crear rol).

c. En Seleccionar el tipo de entidad de confianza, elija Servicio de AWS.

d. Elija el servicio que desea permitir que asuma este rol. En este caso, elija SageMaker. A 
continuación, elija Next: Permissions (Siguiente: permisos).

• Esto crea automáticamente una política de IAM que concede acceso a servicios 
relacionados, como Amazon S3, Amazon ECR y CloudWatch Logs.

e. Elija Next: Tags (Siguiente: Etiquetas).

f. De manera opcional, agregue metadatos al rol asociando etiquetas como pares de 
clave-valor. Para obtener más información acerca del uso de etiquetas en IAM, consulte
Etiquetado de los recursos de IAM.

g. Elija Next: Review (Siguiente: revisar).

h. Escriba un Nombre de rol.

i. Si es posible, escriba un nombre de rol o un sufijo de nombre de rol. Los nombres de rol 
deben ser únicos en su cuenta de AWS. No distinguen entre mayúsculas y minúsculas. Por 
ejemplo, no puede crear funciones denominado tanto PRODROLE y prodrole. Dado que es 
posible que otros recursos de AWS hagan referencia al rol, no se puede editar el nombre 
del rol después de crearlo.
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j. (Opcional) En Role descripción, escriba una descripción para la nueva función.

k. Revise el rol y, a continuación, seleccione Create role.

Anote el ARN del rol de SageMaker. Para encontrar el ARN de rol mediante la consola, 
haga lo siguiente:

i. Vaya a la consola de IAM: https://console.aws.amazon.com/iam/

ii. Seleccione Roles.

iii. Busque el rol que acaba de crear escribiendo el nombre del rol en el campo de 
búsqueda.

iv. Seleccione el rol.

v. El ARN del rol se encuentra en la parte superior de la página de Resumen.

2. Añadir los permisos de Amazon SageMaker, Amazon S3 y Amazon SNS a su rol de IAM.

Una vez creado el rol, conceda permisos a SageMaker, Amazon S3 y, opcionalmente, Amazon 
SNS para su rol de IAM.

En la consola de IAM, seleccione Roles. Busque el rol que acaba de crear escribiendo el nombre 
del rol en el campo Buscar.

a. Elija su rol.

b. A continuación, seleccione Asociar políticas.

c. La inferencia asíncrona de Amazon SageMaker necesita permiso para realizar las 
acciones "sagemaker:CreateModel", "sagemaker:CreateEndpointConfig",
"sagemaker:CreateEndpoint" y "sagemaker:InvokeEndpointAsync".

Estas acciones están incluidas en la política AmazonSageMakerFullAccess. Añada esta 
política a su rol de IAM. Busque AmazonSageMakerFullAccess en el campo Buscar. 
Seleccionar AmazonSageMakerFullAccess.

d. Elija Attach policy (Asociar política).

e. A continuación, elija Asociar políticas para añadir los permisos de Amazon S3.

f. Seleccione Crear política.

g. Seleccione la pestaña JSON.

h. Añada la siguiente instrucción de política:
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    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:AbortMultipartUpload", 
                "s3:ListBucket"   
            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:s3:::bucket_name/*" 
        } 
    ]
}

i. Elija Next: Tags (Siguiente: etiquetas).

j. Escriba un Nombre de política.

k. Elija Create Policy (Crear política).

l. Repita los mismos pasos que completó para añadir los permisos de Amazon S3 a fin de 
añadir los permisos de Amazon SNS. Para la instrucción de la política, asocie lo siguiente:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "sns:Publish" 
            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:sns:<region>:<Account_ID>:<SNS_Topic>" 
        } 
    ]
}

3. Cargar los datos de inferencia (como el modelo de machine learning o datos de muestra) en
Amazon S3.

4. Seleccionar una imagen de inferencia de Docker prediseñada o crear su propia imagen de 
Docker de inferencia.

SageMaker proporciona contenedores para sus algoritmos integrados e imágenes de Docker 
prediseñadas para algunos de los marcos de machine learning más comunes, como Apache 
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MXNet, TensorFlow, PyTorch y Chainer. Para obtener una lista completa de las imágenes 
disponibles de SageMaker, consulte Imágenes disponibles de contenedores de aprendizaje 
profundo. Si decide utilizar un contenedor proporcionado por SageMaker, puede aumentar el 
tiempo de espera del punto de conexión y los tamaños de carga con respecto a los valores 
predeterminados configurando las variables de entorno en el contenedor. Para obtener 
información sobre cómo configurar las diferentes variables de entorno para cada marco, consulte 
el paso Crear un modelo para la creación de un punto de conexión asíncrono.

Si ninguno de los contenedores de SageMaker existentes satisface sus necesidades y usted no 
tiene uno propio, puede que necesite crear un contenedor de Docker nuevo. Consulte Usar un 
código de inferencia propio para obtener información sobre cómo crear una imagen de Docker.

5. Crear un tema de Amazon SNS (opcional)

Cree un tema de Amazon Simple Notification Service (Amazon SNS) que envíe notificaciones 
sobre las solicitudes que se han procesado. Amazon SNS es un servicio de notificaciones para 
aplicaciones orientadas a la mensajería; los suscriptores solicitan y reciben notificaciones “push” 
de mensajes urgentes a través de distintos protocolos de transporte, como HTTP, Amazon 
SQS y el correo electrónico. Puede especificar los temas de Amazon SNS al crear un objeto
EndpointConfig si especifica AsyncInferenceConfig mediante la API EndpointConfig.

Siga los pasos para crear y suscribirse a un tema de Amazon SNS.

a. Con la consola de Amazon SNS, cree un tema. Para obtener instrucciones, consulte
Creación de un tema de Amazon SNS en la Guía para desarrolladores de Amazon Simple 
Notification Service.

b. Suscríbase al tema. Para obtener instrucciones, consulte el tema Suscribirse a un tema de 
Amazon SNS en la Guía para desarrolladores de Amazon Simple Notification Service.

c. Cuando reciba un correo electrónico donde se le pida que confirme su suscripción al tema, 
confirme la suscripción.

d. Anote el nombre de recurso de Amazon (ARN) del tema. El tema de Amazon SNS que 
ha creado es otro recurso de su cuenta de AWS y tiene un ARN único. El ARN tiene el 
siguiente formato:

arn:aws:sns:aws-region:account-id:topic-name
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Para obtener más información acerca de Amazon SNS, consulte la Guía para desarrolladores de 
Amazon SNS.

Crear un punto de conexión de inferencia asíncrono

Cree un punto de conexión asíncrono de la misma manera que crearía un punto de conexión con los 
servicios de alojamiento de SageMaker:

• Crear un modelo en SageMaker con CreateModel.

• Crear una configuración del punto de conexión con CreateEndpointConfig.

• Crear un punto de conexión HTTPS con CreateEndpoint.

Para crear un punto de conexión, primero debe crear un modelo con CreateModel; debe apuntar 
al artefacto del modelo y a una ruta de registro de Docker (imagen). A continuación, cree una 
configuración con CreateEndpointConfig para especificar uno o más modelos que se hayan 
creado mediante la API CreateModel para su despliegue, así como los recursos que desea 
que SageMaker aprovisione. Cree un punto de conexión con CreateEndpoint utilizando la 
configuración de punto de conexión especificada en la solicitud. Puede actualizar un punto de 
conexión asíncrono con la API UpdateEndpoint. Envíe y reciba solicitudes de inferencia desde el 
modelo alojado en el punto de conexión con InvokeEndpointAsync. Puede eliminar sus puntos de 
conexión con la API DeleteEndpoint.

Para obtener una lista completa de las imágenes disponibles de SageMaker, consulte Imágenes 
disponibles de contenedores de aprendizaje profundo. Consulte Usar un código de inferencia propio
para obtener información sobre cómo crear una imagen de Docker.

Crear un modelo

En el ejemplo siguiente, se muestra cómo crear un modelo usando AWS SDK for Python (Boto3). 
Las primeras líneas definen:

• sagemaker_client: un objeto del cliente de SageMaker de bajo nivel que facilita el envío y la 
recepción de solicitudes a servicios de AWS.

• sagemaker_role: una variable de cadena con el nombre de recurso de Amazon (ARN) del rol de 
IAM de SageMaker.

• aws_region: una variable de cadena con el nombre de su región de AWS.
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import boto3

# Specify your AWS Region
aws_region='<aws_region>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Role to give SageMaker permission to access AWS services.
sagemaker_role= "arn:aws:iam::<account>:role/*"

A continuación, especifique la ubicación del modelo prentrenado almacenado en Amazon S3. En 
este ejemplo, usamos un modelo XGBoost prentrenado llamado demo-xgboost-model.tar.gz. 
El URI completo de Amazon S3 se almacena en una variable de cadena model_url:

#Create a variable w/ the model S3 URI
s3_bucket = '<your-bucket-name>' # Provide the name of your S3 bucket
bucket_prefix='saved_models'
model_s3_key = f"{bucket_prefix}/demo-xgboost-model.tar.gz"

#Specify S3 bucket w/ model
model_url = f"s3://{s3_bucket}/{model_s3_key}"

Especifique un contenedor principal. Para el contenedor principal, especifique la imagen de Docker 
que contiene el código de inferencia, los artefactos (del entrenamiento previo) y un mapa de entorno 
personalizado que el código de inferencia utiliza al implementar el modelo para las predicciones.

En este ejemplo, especificamos una imagen de contenedor de algoritmo integrado de XGBoost:

from sagemaker import image_uris

# Specify an AWS container image.  
container = image_uris.retrieve(region=aws_region, framework='xgboost', 
 version='0.90-1')

Cree un modelo en Amazon SageMaker con CreateModel. Especifique lo siguiente:

• ModelName: un nombre para el modelo (en este ejemplo, se almacena como una variable de 
cadena llamada model_name).
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• ExecutionRoleArn: el nombre de recurso de Amazon (ARN) del rol de IAM que Amazon 
SageMaker puede asumir para obtener acceso a los artefactos del modelo y a imágenes de 
Docker para su implementación en instancias de cómputo de ML o para trabajos de transformación 
por lotes.

• PrimaryContainer: la ubicación de la imagen de Docker principal que contiene el código de 
inferencia, los artefactos asociados y mapas de entorno personalizados que el código de inferencia 
utiliza cuando el modelo se implementa para predicciones.

model_name = '<The_name_of_the_model>'

#Create model
create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    PrimaryContainer = { 
        'Image': container, 
        'ModelDataUrl': model_url, 
    })

Consulte la descripción de CreateModel en la Guía de referencia de la API de SageMaker para 
obtener una lista completa de los parámetros de la API.

Si utiliza un contenedor proporcionado por SageMaker, puede aumentar el tiempo de espera y los 
tamaños de carga del servidor de modelos, desde los valores predeterminados hasta los máximos 
admitidos por el marco, configurando las variables de entorno en este paso. Es posible que no 
pueda aprovechar el tiempo de espera y los tamaños de carga máximos que admite la inferencia 
asíncrona si no establece estas variables de forma explícita. En el siguiente ejemplo, se muestra 
cómo puede establecer las variables de entorno para un contenedor de inferencia de PyTorch 
basado en TorchServe.

model_name = '<The_name_of_the_model>'

#Create model
create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    PrimaryContainer = { 
        'Image': container, 
        'ModelDataUrl': model_url, 

Creación, invocación y actualización de un punto de conexión asíncrono 4493

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html


Amazon SageMaker Guía para desarrolladores

        'Environment': { 
            'TS_MAX_REQUEST_SIZE': '100000000', 
            'TS_MAX_RESPONSE_SIZE': '100000000', 
            'TS_DEFAULT_RESPONSE_TIMEOUT': '1000' 
        }, 
    })

Cuando termine de crear el punto de conexión, debería probar que haya configurado las variables 
de entorno correctamente; para ello, imprímalas desde su script inference.py. En la siguiente 
tabla, se enumeran las variables de entorno de varios marcos que puede configurar para cambiar los 
valores predeterminados.

Plataforma Variables de entorno

PyTorch 1.8 (basado en TorchServe) 'TS_MAX_REQUEST_SIZE': '100000000'

'TS_MAX_RESPONSE_SIZE': '100000000'

'TS_DEFAULT_RESPONSE_TIMEOUT': '1000'

PyTorch 1.4 (basado en MMS) 'MMS_MAX_REQUEST_SIZE': '1000000000'

'MMS_MAX_RESPONSE_SIZE': '1000000000'

'MMS_DEFAULT_RESPONSE_TIMEOUT': 
'900'

HuggingFace Inference Container (basado en 
MMS)

'MMS_MAX_REQUEST_SIZE': '2000000000'

'MMS_MAX_RESPONSE_SIZE': '2000000000'

'MMS_DEFAULT_RESPONSE_TIMEOUT': 
'900'

Creación de una configuración de punto de conexión

Cuando tenga un modelo, cree una configuración de punto de conexión con
CreateEndpointConfig. Los servicios de alojamiento de Amazon SageMaker utilizan esta 
configuración para implementar modelos. En la configuración, identifique uno o varios modelos, 
creados con CreateModel, para implementar los recursos que desea que Amazon SageMaker 
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aprovisione. Especifique el objeto AsyncInferenceConfig y proporcione una ubicación de 
Amazon S3 de salida para OutputConfig. Si lo desea, puede especificar los temas de Amazon 
SNS a los que enviar notificaciones sobre los resultados de las predicciones. Para obtener más 
información sobre temas de Amazon SNS, consulte Configuración de Amazon SNS.

En el siguiente ejemplo se muestra cómo crear una configuración del punto de conexión mediante 
AWS SDK for Python (Boto3):

import datetime
from time import gmtime, strftime

# Create an endpoint config name. Here we create one based on the date   
# so it we can search endpoints based on creation time.
endpoint_config_name = f"XGBoostEndpointConfig-{strftime('%Y-%m-%d-%H-%M-%S', 
 gmtime())}"

# The name of the model that you want to host. This is the name that you specified when 
 creating the model.
model_name='<The_name_of_your_model>'

create_endpoint_config_response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, # You will specify this name in a 
 CreateEndpoint request. 
    # List of ProductionVariant objects, one for each model that you want to host at 
 this endpoint. 
    ProductionVariants=[ 
        { 
            "VariantName": "variant1", # The name of the production variant. 
            "ModelName": model_name,  
            "InstanceType": "ml.m5.xlarge", # Specify the compute instance type. 
            "InitialInstanceCount": 1 # Number of instances to launch initially. 
        } 
    ], 
    AsyncInferenceConfig={ 
        "OutputConfig": { 
            # Location to upload response outputs when no location is provided in the 
 request. 
            "S3OutputPath": f"s3://{s3_bucket}/{bucket_prefix}/output" 
            # (Optional) specify Amazon SNS topics 
            "NotificationConfig": { 
                "SuccessTopic": "arn:aws:sns:aws-region:account-id:topic-name", 
                "ErrorTopic": "arn:aws:sns:aws-region:account-id:topic-name", 
            } 
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        }, 
        "ClientConfig": { 
            # (Optional) Specify the max number of inflight invocations per instance 
            # If no value is provided, Amazon SageMaker will choose an optimal value 
 for you 
            "MaxConcurrentInvocationsPerInstance": 4 
        } 
    }
)

print(f"Created EndpointConfig: 
 {create_endpoint_config_response['EndpointConfigArn']}")

En el ejemplo mencionado anteriormente, se especifican las siguientes claves para OutputConfig
en el campo AsyncInferenceConfig:

• S3OutputPath: ubicación para cargar los resultados de la respuesta cuando no se proporciona 
ninguna ubicación en la solicitud.

• NotificationConfig: (opcional) temas de SNS que le envían notificaciones cuando una 
solicitud de inferencia se realiza correctamente (SuccessTopic) o cuando hay un error 
(ErrorTopic).

También puede especificar el siguiente argumento opcional para ClientConfig en el campo
AsyncInferenceConfig:

• MaxConcurrentInvocationsPerInstance: (opcional) el número máximo de solicitudes 
simultáneas que envía el cliente de SageMaker al contenedor del modelo.

Creación de un punto de enlace

Una vez que tenga su configuración de modelo y punto de conexión, utilice la API de
CreateEndpoint para crear su punto de conexión. El nombre del punto de conexión debe ser 
único en una región de AWS de su cuenta de AWS.

Siga estas instrucciones para crear un punto de conexión utilizando la configuración especificada en 
la solicitud. Amazon SageMaker utiliza el punto de enlace para aprovisionar recursos e implementar 
modelos.

# The name of the endpoint.The name must be unique within an AWS Region in your AWS 
 account.
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endpoint_name = '<endpoint-name>' 

# The name of the endpoint configuration associated with this endpoint.
endpoint_config_name='<endpoint-config-name>'

create_endpoint_response = sagemaker_client.create_endpoint( 
                                            EndpointName=endpoint_name,  
                                            EndpointConfigName=endpoint_config_name) 

Cuando llama a la API CreateEndpoint, la inferencia asíncrona de Amazon SageMaker envía una 
notificación de prueba para comprobar que ha configurado un tema de Amazon SNS. La inferencia 
asíncrona de Amazon SageMaker también envía notificaciones de prueba después de las llamadas 
a UpdateEndpoint y UpdateEndpointWeightsAndCapacities. Esto permite que SageMaker 
compruebe si dispone de los permisos necesarios. La notificación puede ignorarse. La notificación de 
prueba tiene el siguiente formato:

{ 
    "eventVersion":"1.0", 
    "eventSource":"aws:sagemaker", 
    "eventName":"TestNotification"
}

Invocar un punto de conexión asíncrono

Obtenga inferencias del modelo alojado en su punto de conexión asíncrono con
InvokeEndpointAsync.

Note

Si aún no lo ha hecho, cargue sus datos de inferencia (como el modelo de machine learning 
o los datos de muestra) en Amazon S3.

Especifique los siguientes campos en su solicitud:

• En InputLocation, especifique la ubicación de los datos de inferencia.

• En EndpointName, especifique el nombre del punto de conexión.

• En InvocationTimeoutSeconds, puede establecer el tiempo de espera máximo para las 
solicitudes (opcional). Puede establecer este valor en un máximo de 3600 segundos (una hora) por 
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solicitud. Si no especifica este campo en la solicitud, el tiempo de espera de la solicitud será de 15 
minutos de forma predeterminada.

# Create a low-level client representing Amazon SageMaker Runtime
sagemaker_runtime = boto3.client("sagemaker-runtime", region_name=<aws_region>)

# Specify the location of the input. Here, a single SVM sample
input_location = "s3://bucket-name/test_point_0.libsvm"

# The name of the endpoint. The name must be unique within an AWS Region in your AWS 
 account.  
endpoint_name='<endpoint-name>'

# After you deploy a model into production using SageMaker hosting  
# services, your client applications use this API to get inferences  
# from the model hosted at the specified endpoint.
response = sagemaker_runtime.invoke_endpoint_async( 
                            EndpointName=endpoint_name,  
                            InputLocation=input_location, 
                            InvocationTimeoutSeconds=3600)

Recibirá una respuesta en forma de cadena JSON con su id. de solicitud y el nombre del bucket de 
Amazon S3 que recibirá la respuesta a la llamada a la API una vez procesada.

Actualizar un punto de conexión asíncrono

Actualice un punto de conexión asíncrono con la API UpdateEndpoint. Al actualizar un punto 
de conexión, SageMaker primero aprovisiona la nueva configuración de punto de conexión que 
ha especificado y cambia a esta, antes de eliminar los recursos que se aprovisionaron en la 
configuración del punto de conexión anterior. No elimine un EndpointConfig con un punto de 
conexión que esté activo o mientras las operaciones CreateEndpoint o UpdateEndpoint se 
estén llevando a cabo en el punto de conexión.

# The name of the endpoint. The name must be unique within an AWS Region in your AWS 
 account.
endpoint_name='<endpoint-name>'

# The name of the endpoint configuration associated with this endpoint.
endpoint_config_name='<endpoint-config-name>'

sagemaker_client.update_endpoint( 
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                                EndpointConfigName=endpoint_config_name, 
                                EndpointName=endpoint_name 
                                )

Cuando Amazon SageMaker recibe la solicitud, establece el estado del punto de conexión como
Actualizando. Tras actualizar el punto de conexión asíncrono, establece el estado en InService. Para 
comprobar el estado de un punto de conexión, utilice la API DescribeEndpoint. Para obtener una 
lista completa de los parámetros que puede especificar al actualizar un punto de conexión, consulte 
la API UpdateEndpoint.

Eliminar un punto de conexión asíncrono

Elimine un punto de conexión asíncrono de forma similar a como eliminaría un punto de conexión 
hospedado por SageMaker, con la API DeleteEndpoint. Especifique el nombre del punto de 
conexión asíncrono que desea eliminar. Cuando elimina un punto de conexión, SageMaker libera 
todos los recursos que se implementaron cuando se creó el punto de conexión. La eliminación del 
modelo no elimina los artefactos del modelo, el código de inferencia ni el rol de IAM que especificó al 
crear el modelo.

Elimine el modelo de SageMaker con la API DeleteModel o con la consola de SageMaker.

Boto3

import boto3  

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=<aws_region>)
sagemaker_client.delete_endpoint(EndpointName='<endpoint-name>')

SageMaker console

1. Vaya a la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Amplíe la lista desplegable Inferencia.

3. Seleccione Endpoints.

4. Busque el punto de conexión en la barra Buscar puntos de conexión.

5. Seleccione el punto de conexión.

6. Elija Eliminar (Delete).
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Además de eliminar el punto de conexión asíncrono, es posible que desee borrar otros recursos 
que se utilizaron para crear el punto de conexión, como el repositorio de Amazon ECR (si creó una 
imagen de inferencia personalizada), el modelo de SageMaker y la propia configuración del punto de 
conexión asíncrono.

Monitorización de punto de conexión asíncrono

Puede supervisar SageMaker mediante Amazon CloudWatch, que recopila y procesa los datos sin 
procesar y los convierte en métricas legibles y casi en tiempo real. Con Amazon CloudWatch, puede 
acceder a información histórica y disponer de una mejor perspectiva sobre el rendimiento de su 
aplicación web o servicio. Para obtener más información sobre Amazon CloudWatch, consulte ¿Qué 
es Amazon CloudWatch?

Monitoreo con CloudWatch

Abajo, encontrará una lista completa de las métricas para puntos de conexión asíncronos, que se 
encuentran en el espacio de nombres AWS/SageMaker. Las métricas que no estén en esta lista no 
se publican si el punto de conexión está habilitado para la inferencia asincrónica. Estas son algunas 
de esas métricas:

• OverheadLatency

• Invocaciones

• InvocationsPerInstance

Métricas de puntos de conexión comunes

Estas métricas son las mismas que las que se publican actualmente para los puntos de conexión en 
tiempo real. Para obtener más información sobre otras métricas de Amazon CloudWatch, consulte
Monitor SageMaker with Amazon CloudWatch.

Nombre de métrica Descripción Unidad/estadísticas

Invocation4XXErrors El número de solicitudes 
donde el modelo devolvió un 
código de respuesta HTTP 
4xx. Para cada respuesta 4xx, 
se envía 1; de lo contrario, se 
envía 0.

Unidades: ninguna

Estadísticas válidas: Average, 
Sum
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Nombre de métrica Descripción Unidad/estadísticas

Invocation5XXErrors El número de solicitudes 
InvokeEndpoint donde el 
modelo devolvió un código 
de respuesta HTTP 5xx. Para 
cada respuesta 5xx, se envía 
1; de lo contrario, se envía 0.

Unidades: ninguna

Estadísticas válidas: Average, 
Sum

ModelLatency El intervalo de tiempo 
que tarda un modelo en 
responder como se muestra 
en SageMaker. Este 
intervalo incluye el tiempo de 
comunicación local empleado 
en el envío de la solicitud y la 
recuperación de la respuesta 
del contenedor de un modelo, 
así como el tiempo que se 
tarda en completar la inferenci 
a en el contenedor.

Unidades: microsegundos

Estadísticas válidas: Average, 
Sum, Min, Max, Sample 
Count.

Métricas de puntos de conexión de inferencia asíncrona

Estas métricas se publican para los puntos de conexión habilitados para la inferencia asíncrona. Las 
métricas siguientes se publican con una dimensión de EndpointName:

Nombre de métrica Descripción Unidad/estadísticas

ApproximateBacklog 
Size

El número de elementos en la 
cola de un punto de conexión 
que se están procesando 
actualmente o que aún no se 
están procesando.

Unidades: recuento

Estadísticas válidas: Max, Min, 
Average.

ApproximateBacklog 
SizePerInstance

El número de elementos de 
la cola dividido por el número 

Unidades: recuento
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Nombre de métrica Descripción Unidad/estadísticas

de instancias detrás de un 
punto de conexión. Esta 
métrica se usa principalmente 
para configurar el escalado 
automático de la aplicación 
para un punto de conexión 
con capacidad asíncrona.

Estadísticas válidas: Max, Min, 
Average.

ApproximateAgeOfOl 
destRequest

Antigüedad de la solicitud más 
antigua de la cola.

Unidades: segundos

Estadísticas válidas: Max, Min, 
Average.

HasBacklogWithoutC 
apacity

El valor de esta métrica es
1 cuando hay solicitudes en 
la cola pero cero instancias 
detrás del punto de conexión. 
El valor es 0 en todos los 
demás momentos. Puede 
usar esta métrica para escalar 
automáticamente el punto de 
conexión desde cero instancia 
s al recibir una nueva solicitud 
en la cola.

Unidades: recuento

Estadísticas válidas: Average.

Las métricas siguientes se publican con las dimensiones de EndpointName y VariantName:

Nombre de métrica Descripción Unidad/estadísticas

RequestDownloadFai 
lures

Cuando se produce un error 
de inferencia debido a un 
problema al descargar la 
solicitud de Amazon S3.

Unidades: recuento

Estadísticas válidas: Sum
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Nombre de métrica Descripción Unidad/estadísticas

ResponseUploadFail 
ures

Cuando se produce un 
error de inferencia debido 
a un problema al cargar la 
respuesta a Amazon S3.

Unidades: recuento

Estadísticas válidas: Sum

NotificationFailures Cuando se produce un 
problema al publicar las 
notificaciones.

Unidades: recuento

Estadísticas válidas: Sum

RequestDownloadLat 
ency

Tiempo total para descargar la 
carga de solicitud.

Unidades: microsegundos

Estadísticas válidas: Average, 
Sum, Min, Max, Sample 
Count.

ResponseUploadLate 
ncy

Tiempo total para cargar la 
carga de la respuesta.

Unidades: microsegundos

Estadísticas válidas: Average, 
Sum, Min, Max, Sample 
Count.

ExpiredRequests Número de solicitudes en la 
cola que fallan debido a que 
han alcanzado el TTL de la 
solicitud especificada.

Unidades: recuento

Estadísticas válidas: Sum

InvocationFailures Si se produce un error en 
una invocación por cualquier 
motivo.

Unidades: recuento

Estadísticas válidas: Sum

InvocationsProcess 
sed

Número de invocaciones 
asíncronas procesadas por el 
punto de conexión.

Unidades: recuento

Estadísticas válidas: Sum
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Nombre de métrica Descripción Unidad/estadísticas

TimeInBacklog Tiempo total durante el que 
la solicitud ha estado en 
cola antes de procesarse. 
Esto no incluye el tiempo de 
procesamiento real (es decir, 
el tiempo de descarga, el 
tiempo de carga o la latencia 
del modelo).

Unidades: milisegundos

Estadísticas válidas: Average, 
Sum, Min, Max, Sample 
Count.

TotalProcessingTime Hora en la que SageMaker 
recibió la solicitud de inferenci 
a hasta la hora en la que la 
solicitud terminó de procesars 
e. Esto incluye el tiempo para 
tareas pendientes y el tiempo 
necesario para cargar y enviar 
las notificaciones de respuesta 
que pueda haber.

Unidades: milisegundos

Estadísticas válidas: Average, 
Sum, Min, Max, Sample 
Count.

La inferencia asíncrona de Amazon SageMaker también incluye métricas en el ámbito del host. 
Para obtener información sobre las métricas en el ámbito del host, consulte SageMaker Métricas de 
trabajos y puntos finales.

Registros

Además de los registros del contenedor de modelo que se publican en Amazon CloudWatch, en su 
cuenta, obtendrá también un nuevo registro de plataforma para rastrear y depurar las solicitudes de 
inferencia.

Los nuevos registros se publican en el grupo de registro del punto de conexión:

/aws/sagemaker/Endpoints/[EndpointName]

El nombre del flujo de registro consta de lo siguiente:
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[production-variant-name]/[instance-id]/data-log.

Las líneas de registro contienen el identificador de inferencia de la solicitud para que los errores se 
puedan asignar fácilmente a una solicitud concreta.

Revisar los resultados de predicciones

Hay varias formas de comprobar resultados de predicciones desde su punto de conexión asíncrono. 
Estas son las opciones:

1. Temas de Amazon SNS.

2. Comprobar si hay salidas en el bucket de Amazon S3.

Temas de Amazon SNS

Amazon SNS es un servicio de notificaciones para aplicaciones orientadas a la mensajería; 
los suscriptores solicitan y reciben notificaciones “push” de mensajes urgentes a través de 
distintos protocolos de transporte, como HTTP, Amazon SQS y el correo electrónico. La inferencia 
asíncrona de Amazon SageMaker publica notificaciones cuando crea un punto de conexión con
CreateEndpointConfig y especifica un tema de Amazon.

Note

Para recibir notificaciones de Amazon SNS, su rol de IAM debe tener permisos
sns:Publish. Consulte Requisitos previos para obtener información sobre los requisitos 
que debe cumplir para utilizar la inferencia asíncrona.

Para utilizar Amazon SNS a fin de revisar los resultados de las predicciones de su punto de conexión 
asíncrono, primero debe crear un tema, suscribirse a este, confirmar la suscripción y anotar el 
nombre de recurso de Amazon (ARN) de ese tema. Para obtener información detallada sobre 
cómo crear un tema de Amazon SNS, suscribirse a este y buscar su ARN de Amazon, consulte
Configuración de Amazon SNS.

Proporcione los ARN del tema de Amazon SNS en el campo AsyncInferenceConfig cuando 
cree una configuración de punto de conexión con CreateEndpointConfig. Puede especificar un
ErrorTopic o un SuccessTopic de Amazon SNS.
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import boto3

sagemaker_client = boto3.client('sagemaker', region_name=<aws_region>)

sagemaker_client.create_endpoint_config( 
    EndpointConfigName=<endpoint_config_name>, # You specify this name in a 
 CreateEndpoint request. 
    # List of ProductionVariant objects, one for each model that you want to host at 
 this endpoint. 
    ProductionVariants=[ 
        { 
            "VariantName": "variant1", # The name of the production variant. 
            "ModelName": "model_name",  
            "InstanceType": "ml.m5.xlarge", # Specify the compute instance type. 
            "InitialInstanceCount": 1 # Number of instances to launch initially. 
        } 
    ], 
    AsyncInferenceConfig={ 
        "OutputConfig": { 
            # Location to upload response outputs when no location is provided in the 
 request. 
            "S3OutputPath": "s3://<bucket>/<output_directory>" 
            "NotificationConfig": { 
                "SuccessTopic": "arn:aws:sns:aws-region:account-id:topic-name", 
                "ErrorTopic": "arn:aws:sns:aws-region:account-id:topic-name", 
            } 
        } 
    }
)

Tras crear el punto de conexión e invocarlo, recibirá una notificación del tema de Amazon SNS. Por 
ejemplo, si se ha suscrito para recibir notificaciones por correo electrónico de su tema, recibirá una 
notificación por correo electrónico cada vez que invoque a su punto de conexión. En el siguiente 
ejemplo, se muestra el contenido JSON de una notificación de correo electrónico de invocación 
correcta.

{ 
   "awsRegion":"us-east-1", 
   "eventTime":"2022-01-25T22:46:00.608Z", 
   "receivedTime":"2022-01-25T22:46:00.455Z", 
   "invocationStatus":"Completed", 
   "requestParameters":{ 
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      "contentType":"text/csv", 
      "endpointName":"<example-endpoint>", 
      "inputLocation":"s3://<bucket>/<input-directory>/input-data.csv" 
   }, 
   "responseParameters":{ 
      "contentType":"text/csv; charset=utf-8", 
      "outputLocation":"s3://<bucket>/<output_directory>/prediction.out" 
   }, 
   "inferenceId":"11111111-2222-3333-4444-555555555555",  
   "eventVersion":"1.0", 
   "eventSource":"aws:sagemaker", 
   "eventName":"InferenceResult"
}

Comprobar el bucket de S3

Al invocar un punto de conexión con InvokeEndpointAsync, este devuelve un objeto de 
respuesta. Puede usar el objeto de respuesta para obtener el URI de Amazon S3 en el que se 
almacena el resultado. Con la ubicación de salida, puede utilizar una clase de sesión de SageMaker 
del SDK de Python para SageMaker a fin de comprobar mediante programación si hay una salida.

El siguiente ejemplo permite almacenar el diccionario de resultados de InvokeEndpointAsync
como una variable denominada response. Con la variable response, obtiene el URI de salida de 
Amazon S3 y lo almacena como una variable de cadena denominada output_location.

import uuid
import boto3

sagemaker_runtime = boto3.client("sagemaker-runtime", region_name=<aws_region>)

# Specify the S3 URI of the input. Here, a single SVM sample
input_location = "s3://bucket-name/test_point_0.libsvm"  

response = sagemaker_runtime.invoke_endpoint_async( 
    EndpointName='<endpoint-name>', 
    InputLocation=input_location, 
    InferenceId=str(uuid.uuid4()),  
    ContentType="text/libsvm" #Specify the content type of your data
)

output_location = response['OutputLocation']
print(f"OutputLocation: {output_location}")
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Para obtener información sobre los tipos de contenido compatibles, consulte Formatos de datos 
comunes para la inferencia.

Con la ubicación de salida de Amazon S3, puede utilizar una clase de sesión SageMaker del SDK 
de Python para SageMaker a fin de leer en archivos de Amazon S3. El siguiente ejemplo de código 
muestra cómo crear una función (get_ouput) que intente leer repetidamente un archivo desde la 
ubicación de salida de Amazon S3:

import sagemaker
import urllib, time
from botocore.exceptions import ClientError

sagemaker_session = sagemaker.session.Session()

def get_output(output_location): 
    output_url = urllib.parse.urlparse(output_location) 
    bucket = output_url.netloc 
    key = output_url.path[1:] 
    while True: 
        try: 
            return sagemaker_session.read_s3_file( 
                                        bucket=output_url.netloc,  
                                        key_prefix=output_url.path[1:]) 
        except ClientError as e: 
            if e.response['Error']['Code'] == 'NoSuchKey': 
                print("waiting for output...") 
                time.sleep(2) 
                continue 
            raise 
             
output = get_output(output_location)
print(f"Output: {output}")

Escalado automático de un punto de conexión asíncrono

Amazon SageMaker admite el escalado automático de su punto de conexión asíncrono. El 
escalado automático ajusta dinámicamente el número de instancias aprovisionadas para un 
modelo en respuesta a los cambios en su carga de trabajo. A diferencia de otros modelos alojados 
compatibles con SageMaker, con la inferencia asíncrona también puede reducir verticalmente sus 
instancias de puntos de conexión asíncronos a cero. Las solicitudes que se reciben cuando no hay 
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ninguna instancia se ponen en cola para su procesamiento cuando el punto de conexión escale 
verticalmente.

Para escalar automáticamente su punto de conexión asíncrono, debe hacer, como mínimo, lo 
siguiente:

• Registrar un modelo implementado (variante de producción).

• Definir una política de escalado.

• Aplicar la política de escalado automático.

Para poder utilizar el escalado automático, debe haber desplegado ya un modelo en un punto 
de conexión de SageMaker. Los modelos implementados se denominan variante de producción. 
Consulte Implemente el modelo para SageMaker Servicios de alojamiento para obtener más 
información sobre la implementación de un modelo en un punto de conexión. Para especificar las 
métricas y los valores de destino para una política de escalado, debe configurar una política de 
escalado. Para obtener información sobre cómo definir una política de escalado, consulte Define a 
scaling policy. Después de registrar su modelo y definir una política de escalado, aplique la política 
de escalado al modelo registrado. Para obtener información sobre cómo aplicar una política de 
escalado, consulte Apply a scaling policy.

Para obtener más información sobre cómo definir una política de escalado adicional opcional 
que amplíe su punto de conexión al recibir una solicitud después de que este se haya reducido 
verticalmente hasta cero, consulte Definir una política de escalado que escale verticalmente desde 
cero para las nuevas solicitudes (opcional). Si no especifica esta política opcional, el punto de 
conexión solo iniciará el escalado vertical desde cero cuando el número de solicitudes pendientes 
supere el valor de seguimiento objetivo.

Para obtener más información sobre otros requisitos previos y componentes que se utilizan con el 
escalado automático, consulte la sección Prerequisites en la documentación de escalado automático 
de SageMaker.

Note

Si asocia varias políticas de escalado al mismo grupo de escalado automático, es posible 
que surjan conflictos de escalado. Cuando hay un conflicto, Amazon EC2 Auto Scaling 
elige la política que proporciona la mayor capacidad, tanto para el escalado como para la 
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reducción horizontal. Para obtener más información sobre este comportamiento, consulte
Multiple dynamic scaling policies en la documentación de Amazon EC2 Auto Scaling.

Definición de una política de escalado

Para especificar las métricas y los valores de destino para una política de escalado, debe configurar 
una política de escalado de seguimiento de destino. Defina la política de escalado como un bloque 
JSON en un archivo de texto. Puede utilizarr ese archivo de texto al invocar AWS CLI o la API de 
Application Auto Scaling. Para obtener más información acerca de la sintaxis de configuración de la 
política, consulte TargetTrackingScalingPolicyConfiguration en la referencia de la API de 
Auto Scaling de aplicaciones.

Para los puntos de conexión asíncronos, SageMaker recomienda encarecidamente que 
cree una configuración de política para el escalado del seguimiento del destino para 
una variante. En este ejemplo de configuración, utilizamos una métrica personalizada 
(CustomizedMetricSpecification) llamada ApproximateBacklogSizePerInstance.

TargetTrackingScalingPolicyConfiguration={ 
        'TargetValue': 5.0, # The target value for the metric. Here the metric is: 
 ApproximateBacklogSizePerInstance 
        'CustomizedMetricSpecification': { 
            'MetricName': 'ApproximateBacklogSizePerInstance', 
            'Namespace': 'AWS/SageMaker', 
            'Dimensions': [ 
                {'Name': 'EndpointName', 'Value': <endpoint_name> } 
            ], 
            'Statistic': 'Average', 
        } 
    }             
         

Definir una política de escalado que escale a cero

A continuación, se muestra cómo definir y registrar una variante de punto de conexión con el 
escalado automático de la aplicación mediante AWS SDK for Python (Boto3). Tras definir un objeto 
cliente de bajo nivel que represente el escalado automático de la aplicación con Boto3, utilizamos el 
método RegisterScalableTarget para registrar la variante de producción. Hemos establecido
MinCapacity en 0 porque la inferencia asíncrona permite escalar automáticamente a 0 cuando no 
hay solicitudes por procesar.
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# Common class representing application autoscaling for SageMaker  
client = boto3.client('application-autoscaling')  

# This is the format in which application autoscaling references the endpoint
resource_id='endpoint/' + <endpoint_name> + '/variant/' + <'variant1'> 

# Define and register your endpoint variant
response = client.register_scalable_target( 
    ServiceNamespace='sagemaker',  
    ResourceId=resource_id, 
    ScalableDimension='sagemaker:variant:DesiredInstanceCount', # The number of EC2 
 instances for your Amazon SageMaker model endpoint variant. 
    MinCapacity=0, 
    MaxCapacity=5
)

Para obtener una descripción detallada de la API de escalado automático de aplicaciones, consulte 
la documentación Application Scaling Boto3.

Definir una política de escalado que escale verticalmente desde cero para las nuevas 
solicitudes (opcional)

Quizá haya algún caso de uso en el que tenga solicitudes esporádicas o períodos con un número 
reducido de solicitudes. Si el punto de conexión se ha reducido verticalmente a cero instancias 
durante estos períodos, no volverá a escalar hasta que el número de solicitudes en la cola supere 
el objetivo especificado en la política de escalado. Esto puede provocar largos tiempos de espera 
para las solicitudes en cola. En la siguiente sección, se muestra cómo crear una política de escalado 
adicional que aumente su punto de conexión desde cero instancias después de recibir cualquier 
nueva solicitud en la cola. El punto de conexión podrá responder a las nuevas solicitudes con mayor 
rapidez, en lugar de esperar a que el tamaño de la cola supere el objetivo.

Para crear una política de escalado para su punto de conexión que escale verticalmente desde cero 
instancias, haga lo siguiente:

1. Cree una política de escalado que defina el comportamiento deseado; es decir, que escale 
verticalmente el punto de conexión con cero instancias, pero que haya solicitudes en 
la cola. A continuación, se muestra cómo definir una política de escalado denominada
HasBacklogWithoutCapacity-ScalingPolicy usando AWS SDK for Python (Boto3). 
Cuando la cola es superior a cero y el número de instancias actual del punto de conexión 
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también es cero, la política escala verticalmente el punto de conexión. En el resto de los casos, 
la política no afecta al escalado del punto de conexión.

response = client.put_scaling_policy( 
    PolicyName="HasBacklogWithoutCapacity-ScalingPolicy", 
    ServiceNamespace="sagemaker",  # The namespace of the service that provides the 
 resource. 
    ResourceId=resource_id,  # Endpoint name 
    ScalableDimension="sagemaker:variant:DesiredInstanceCount",  # SageMaker 
 supports only Instance Count 
    PolicyType="StepScaling",  # 'StepScaling' or 'TargetTrackingScaling' 
    StepScalingPolicyConfiguration={ 
        "AdjustmentType": "ChangeInCapacity", # Specifies whether the 
 ScalingAdjustment value in the StepAdjustment property is an absolute number or a 
 percentage of the current capacity.  
        "MetricAggregationType": "Average", # The aggregation type for the 
 CloudWatch metrics. 
        "Cooldown": 300, # The amount of time, in seconds, to wait for a previous 
 scaling activity to take effect.  
        "StepAdjustments": # A set of adjustments that enable you to scale based on 
 the size of the alarm breach. 
        [  
            { 
              "MetricIntervalLowerBound": 0, 
              "ScalingAdjustment": 1 
            } 
          ] 
    },     
)

2. Cree una alarma de CloudWatch con la métrica personalizada
HasBacklogWithoutCapacity. Cuando se activa, la alarma inicia la política de 
escalado previamente definida. Para obtener más información acerca de la métrica
HasBacklogWithoutCapacity, consulte Métricas de puntos de conexión de inferencia 
asíncrona.

response = cw_client.put_metric_alarm( 
    AlarmName=step_scaling_policy_alarm_name, 
    MetricName='HasBacklogWithoutCapacity', 
    Namespace='AWS/SageMaker', 
    Statistic='Average', 
    EvaluationPeriods= 2, 
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    DatapointsToAlarm= 2, 
    Threshold= 1, 
    ComparisonOperator='GreaterThanOrEqualToThreshold', 
    TreatMissingData='missing', 
    Dimensions=[ 
        { 'Name':'EndpointName', 'Value':endpoint_name }, 
    ], 
    Period= 60, 
    AlarmActions=[step_scaling_policy_arn]
)

Ahora, debería tener una política de escalado y una alarma de CloudWatch que escale verticalmente 
el punto de conexión desde cero instancias cuando haya solicitudes pendientes en la cola.

Solución de problemas

Las siguientes preguntas frecuentes pueden ayudarle a solucionar problemas con sus puntos de 
enlace de Amazon SageMaker Asynchronous Inference.

P: Tengo activado el escalado automático. ¿Cómo puedo encontrar el número de instancias detrás 
del punto de conexión en un punto determinado?

Puede utilizar los siguientes métodos para buscar el número de instancias detrás del punto de 
conexión:

• Puede usar la SageMaker DescribeEndpointAPI para describir el número de instancias detrás del 
punto final en un momento dado.

• Puedes obtener el recuento de instancias consultando tus CloudWatch métricas de Amazon. 
Consulte las métricas de las instancias de punto de conexión, como CPUUtilization o
MemoryUtilization y compruebe la estadística del recuento de muestras para un período de 
1 minuto. El recuento debe ser igual al número de instancias activas. En la siguiente captura de 
pantalla, se muestra la CPUUtilization métrica graficada en la CloudWatch consola, donde la
estadística se establece enSample count, el período1 minute, y el recuento resultante es 5.
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P: ¿Cuáles son las variables de entorno ajustables más comunes para los contenedores? 
SageMaker

En las siguientes tablas se describen las variables de entorno ajustables más comunes para los 
SageMaker contenedores por tipo de marco.

TensorFlow

Variable de entorno Descripción

SAGEMAKER_TFS_INSTANCE_COUNT En el caso de los modelos TensorFlow 
basados, el tensorflow_model_server
binario es la parte operativa que se encarga 
de cargar un modelo en la memoria, comparar 
las entradas con un gráfico del modelo y 
obtener las salidas. Por lo general, se lanza 
una sola instancia de este binario para servir 
a los modelos en un punto de conexión. Este 
binario contiene varios subprocesos internos y 
genera varios subprocesos para responder a 
una solicitud de inferencia. En algunos casos, 
si observa que la CPU se utiliza de forma 
considerable (más del 30 %), pero la memoria 
está infrautilizada (menos del 10 %), aumentar 
este parámetro podría ayudar. El aumento 
del número de tensorflow_model_s 
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Variable de entorno Descripción

ervers  disponibles para prestar servicio 
suele aumentar el rendimiento de un punto de 
conexión.

SAGEMAKER_TFS_FRACTIONAL_GP 
U_MEM_MARGIN

Este parámetro regula la fracción de memoria 
de la GPU disponible para inicializar CUDA/
cuDNN y otras bibliotecas de GPU. 0.2
significa que el 20 % de la memoria de la 
GPU disponible está reservada para inicializar 
CUDA/cuDNN y otras bibliotecas de la GPU, 
mientras que el 80 % disponible se asigna por 
igual a los procesos de TF. La memoria de la 
GPU está preasignada, a menos que la opción
allow_growth  esté habilitada.

SAGEMAKER_TFS_INTER_OP_PARA 
LLELISM

Esto se relaciona de nuevo con la variable
inter_op_parallelism_threads . Esta 
variable determina el número de subproces 
os utilizados por las operaciones independi 
entes sin bloqueo. 0 significa que el sistema 
selecciona un número apropiado.

SAGEMAKER_TFS_INTRA_OP_PARA 
LLELISM

Esto se relaciona de nuevo con la variable
intra_op_parallelism_threads . Esto 
determina el número de subprocesos que se 
pueden utilizar para determinadas operacion 
es, como la multiplicación de matrices y las 
reducciones para las aceleraciones. Un valor 
de 0 significa que el sistema selecciona un 
número apropiado.
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Variable de entorno Descripción

SAGEMAKER_GUNICORN_WORKERS Esto regula la cantidad de procesos de 
trabajo que se le pide a Gunicorn que genere 
para gestionar las solicitudes. Este valor se 
utiliza en combinación con otros parámetro 
s para obtener un conjunto que maximice el 
rendimiento de las inferencias. Además de 
esto, SAGEMAKER_GUNICORN_WORKER_C 
LASS  regula el tipo de procesos de trabajo 
generados, normalmente async o gevent.

SAGEMAKER_GUNICORN_WORKER_CLASS Esto regula la cantidad de procesos de 
trabajo que se le pide a Gunicorn que genere 
para gestionar las solicitudes. Este valor se 
utiliza en combinación con otros parámetro 
s para obtener un conjunto que maximice el 
rendimiento de las inferencias. Además de 
esto, SAGEMAKER_GUNICORN_WORKER_C 
LASS  regula el tipo de procesos de trabajo 
generados, normalmente async o gevent.
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Variable de entorno Descripción

OMP_NUM_THREADS Python usa internamente OpenMP para 
implementar subprocesos múltiples en 
los procesos. Por lo general, se generan 
subprocesos equivalentes a la cantidad de 
núcleos de la CPU. Sin embargo, cuando se 
implementa además del procesamiento múltiple 
simultáneo (SMT), como el de Intel HypeThrea 
ding, un determinado proceso puede sobresusc 
ribir un núcleo en particular al generar el doble 
de subprocesos que el número real de núcleos 
de la CPU. En ciertos casos, un binario de 
Python puede terminar generando hasta cuatro 
veces más subprocesos que los núcleos de 
procesador disponibles. Por lo tanto, una 
configuración ideal para este parámetro, si ha 
sobresuscrito núcleos disponibles mediante 
subprocesos de trabajo, es 1 o la mitad del 
número de núcleos de CPU en una CPU con el 
SMT activado.

TF_DISABLE_MKL

TF_DISABLE_POOL_ALLOCATOR

En algunos casos, la desactivación de MKL 
puede acelerar la inferencia si TF_DISABL 
E_MKL  y TF_DISABLE_POOL_ALLOCATOR
se establecen en 1.

PyTorch

Variable de entorno Descripción

SAGEMAKER_TS_MAX_BATCH_DELAY Este es el tiempo máximo de demora por lote 
que se espera recibir. TorchServe

SAGEMAKER_TS_BATCH_SIZE Si TorchServe no recibe el número de solicitud 
es especificado batch_size  antes de que se 
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Variable de entorno Descripción

acabe el tiempo, envía las solicitudes recibidas 
al controlador del modelo.

SAGEMAKER_TS_MIN_WORKERS El número mínimo de trabajadores al que 
TorchServe se permite reducir la plantilla.

SAGEMAKER_TS_MAX_WORKERS El número máximo de trabajadores al que 
TorchServe se permite ampliar.

SAGEMAKER_TS_RESPONSE_TIMEOUT El tiempo de espera; tras este tiempo, se agota 
el tiempo de espera de la inferencia si no hay 
respuesta.

SAGEMAKER_TS_MAX_REQUEST_SIZE El tamaño máximo de carga útil para TorchServ 
e.

SAGEMAKER_TS_MAX_RESPONSE_SIZE El tamaño máximo de respuesta para 
TorchServe.

Servidor multimodelo (MMS)

Variable de entorno Descripción

job_queue_size Resulta útil ajustar este parámetro en situacion 
es en las que el tipo de carga de la solicitud 
de inferencia es grande; puesto que el tamaño 
de la carga es mayor, es posible que haya 
un consumo mayor de memoria de pila de 
la JVM en la que se mantiene esta cola. Lo 
ideal sería mantener bajos los requisitos de 
memoria de pila de la JVM y permitir que los 
procesos de trabajo de Python asignen más 
memoria para el suministro del modelo. La JVM 
solo sirve para recibir las solicitudes HTTP, 
ponerlas en cola y enviarlas a los procesos de 
trabajo basados en Python para la inferenci 
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Variable de entorno Descripción

a. Si aumenta el job_queue_size , podría 
terminar aumentando el consumo de memoria 
dinámica de la JVM y, en última instancia 
, quitando memoria del host, algo que los 
procesos de trabajo de Python podrían haber 
empleado. Por lo tanto, tenga cuidado también 
al ajustar este parámetro.

default_workers_per_model Este parámetro se usa para el servidor del 
modelo de backend. Podría resultar útil 
ajustarlo, ya que es el componente más 
importante en el suministro general del modelo; 
los procesos de Python se basan en esto a fin 
de generar subprocesos para cada modelo. 
Si este componente es más lento (o no está 
ajustado correctamente), es posible que el 
ajuste del frontend no sea efectivo.

P: ¿Cómo puedo asegurarme de que mi contenedor sea compatible con la inferencia asíncrona?

Puede usar el mismo contenedor para la inferencia asíncrona que para la inferencia en tiempo real 
o Batch Transform. Compruebe que los tiempos de espera y los límites de tamaño de la carga de su 
contenedor estén configurados para gestionar cargas más grandes y tiempos de espera más largos.

P: ¿Cuáles son los límites específicos de la inferencia asíncrona? ¿Se pueden ajustar?

Consulte los siguientes límites para la inferencia asíncrona:

• Límite de tamaño de carga: 1 GB.

• Límite de tiempo de espera: una solicitud puede tardar hasta 60 minutos.

• Mensajes en cola TimeToLive (TTL): 6 horas

• Número de mensajes que se pueden incluir en Amazon SQS: ilimitado. Sin embargo, hay una 
cuota de 120 000 mensajes en vuelo para una cola estándar y de 20 000 para una cola FIFO.
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P: ¿Qué métricas es mejor definir para el escalado automático en la inferencia asíncrona? ¿Puedo 
tener varias políticas de escalado?

En términos generales, con la inferencia asíncrona, puede escalar horizontalmente en función de 
las invocaciones o las instancias. En el caso de las métricas de invocación, es recomendable que 
consulte su ApproximateBacklogSize, una métrica que define el número de elementos de la cola 
que aún no se han procesado. Puede utilizar esta métrica o su métrica InvocationsPerInstance
para determinar a qué TPS se limita el rendimiento. En el nivel de la instancia, compruebe el tipo 
de instancia y el uso de la CPU/GPU para definir cuándo escalar horizontalmente. A menudo, una 
instancia individual con una capacidad superior al 60 o 70 % es un buen indicativo de que se está 
saturando el hardware.

No recomendamos tener varias políticas de escalado, ya que pueden entrar en conflicto y generar 
confusión en el hardware, lo que podría provocar retrasos al escalar horizontalmente.

P: ¿Por qué finaliza el punto de conexión asíncrono una instancia como Unhealthy? ¿Por qué 
fallan las solicitudes de actualización del escalado automático?

Comprueba si tu contenedor es capaz de gestionar el ping y las solicitudes de forma simultánea. 
SageMaker Las solicitudes de invocación tardan aproximadamente 3 minutos y, durante este tiempo, 
normalmente varias solicitudes de ping acaban fallando debido al tiempo de espera que se detecte tu 
contenedor SageMaker como. Unhealthy

P: ¿Puede funcionar MaxConcurrentInvocationsPerInstance con un contenedor de modelo 
BYOC y con la configuración ningx/gunicorn/flask?

Sí, MaxConcurrentInvocationsPerInstance es una característica de los puntos de 
conexión asíncronos. Esto no depende de la implementación del contenedor personalizado.
MaxConcurrentInvocationsPerInstance controla la velocidad a la que se envían las 
solicitudes de invocación al contenedor del cliente. Si este valor se establece en 1, solo se envía 
una solicitud al contenedor a la vez, independientemente del número de trabajadores que haya en el 
contenedor del cliente.

P: ¿Cómo puedo depurar los errores de servidor del modelo (500) en el punto de conexión?

El error significa que el contenedor del cliente devolvió un error. SageMaker no controla el 
comportamiento de los contenedores de los clientes. SageMaker simplemente devuelve la respuesta 
del ModelContainer y no lo vuelve a intentar. Si lo desea, puede configurar la invocación para 
que se vuelva a intentar en caso de error. Le sugerimos que active los registros de contenedores 
y que los revise a fin de encontrar la causa principal del error 500 del modelo. Revise también las 
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métricas CPUUtilization y MemoryUtilization correspondientes en el punto de fallo. También 
puede configurar el S3 FailurePath para la respuesta del modelo en Amazon SNS como parte de las 
notificaciones de errores asíncronos para investigar los errores.

P: ¿Cómo puedo saber si MaxConcurrentInvocationsPerInstance=1 ha entrado en vigor? 
¿Hay alguna métrica que pueda comprobar?

Puede comprobar la métrica InvocationsProcesssed, que debería coincidir con el número de 
invocaciones que espera que se procesen en un minuto en función de la simultaneidad única.

P: ¿Cómo puedo hacer un seguimiento de los errores/no errores en mis solicitudes de invocación? 
¿Cuáles son los procedimientos recomendados?

El procedimiento recomendado consiste en habilitar Amazon SNS, que es un servicio de notificación 
para aplicaciones orientadas a la mensajería; los suscriptores solicitan y reciben notificaciones “push” 
de mensajes urgentes a través de distintos protocolos de transporte, como HTTP, Amazon SQS y el 
correo electrónico. La inferencia asíncrona publica notificaciones cuando crea un punto de conexión 
con CreateEndpointConfig y especifica un tema de Amazon ANS.

Para utilizar Amazon SNS a fin de revisar los resultados de las predicciones de su punto de conexión 
asíncrono, primero debe crear un tema, suscribirse a este, confirmar la suscripción y anotar el 
nombre de recurso de Amazon (ARN) de ese tema. Para obtener información detallada sobre 
cómo crear un tema de Amazon SNS, suscribirse a este y buscar su ARN de Amazon, consulte
Configuración de Amazon SNS en la Guía para desarrolladores de Amazon SNS. Para obtener más 
información cobre cómo utilizar Amazon SNS con la inferencia asíncrona, consulte Check prediction 
results.

P: ¿Puedo definir una política de escalado que escale verticalmente desde cero instancias al recibir 
una nueva solicitud?

Sí. La inferencia asíncrona proporciona un mecanismo para reducir verticalmente hasta cero 
instancias cuando no hay solicitudes. Si el punto de conexión se ha reducido verticalmente a cero 
instancias durante estos períodos, no volverá a escalar hasta que el número de solicitudes en la 
cola supere el objetivo especificado en la política de escalado. Esto puede provocar largos tiempos 
de espera para las solicitudes en cola. En estos casos, si quiere escalar verticalmente desde 
cero instancias para nuevas solicitudes inferiores al objetivo de cola especificado, puedes usar 
una política de escalado adicional denominada HasBacklogWithoutCapacity. Para obtener 
más información acerca del modo de definir esta política de escalado, consulte Autoscale an 
asynchronous endpoint.
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P: Me aparece un error que indica que el tipo de instancia no es compatible con la inferencia 
asíncrona. ¿Cuáles son los tipos de instancia compatibles con la inferencia asíncrona?

Para obtener una lista exhaustiva de las instancias compatibles con la inferencia asíncrona por 
región, consulte los precios. SageMaker  Compruebe si la instancia requerida está disponible en su 
región antes de continuar.

Utilice la transformación por lotes

Use la transformación por lotes cuando tenga que hacer lo siguiente:

• Procesar previamente los conjuntos de datos para acabar con el ruido o la compensación que 
interfiere con el entrenamiento o la inferencia del conjunto de datos.

• Obtener inferencias de los conjuntos de datos grandes.

• Ejecutar la inferencia cuando no sea necesario un punto de enlace persistente.

• Asociar registros de entrada con inferencias para ayudar a interpretar los resultados.

Para filtrar los datos de entrada antes de realizar inferencias o asociar los registros de entrada con 
inferencias sobre estos registros, consulte Asociar los resultados de la predicción con registros de 
entrada. Por ejemplo, puede filtrar los datos de entrada para proporcionar contexto para crear e 
interpretar informes acerca de los datos de salida.

Temas

• Usar la transformación por lotes para obtener inferencias de conjuntos de datos grandes

• Acelerar un trabajo de transformación por lotes

• Utilizar la transformación por lotes para probar variantes de producción

• Blocs de notas de muestra de la transformación por lotes

• Asociar los resultados de la predicción con registros de entrada

• Almacenamiento en Batch Transform

• Solución de problemas

Transformación por lotes 4522

https://aws.amazon.com/sagemaker/pricing/
https://aws.amazon.com/sagemaker/pricing/


Amazon SageMaker Guía para desarrolladores

Usar la transformación por lotes para obtener inferencias de conjuntos de 
datos grandes

La transformación por lotes administra automáticamente el procesamiento de conjuntos de datos de 
gran tamaño dentro de los límites de los parámetros especificados. Por ejemplo, supongamos que 
tiene un archivo del conjunto de datos, input1.csv, almacenado en un bucket de S3. El contenido 
del archivo de entrada podría tener un aspecto similar al del siguiente ejemplo.

Record1-Attribute1, Record1-Attribute2, Record1-Attribute3, ..., Record1-AttributeM
Record2-Attribute1, Record2-Attribute2, Record2-Attribute3, ..., Record2-AttributeM
Record3-Attribute1, Record3-Attribute2, Record3-Attribute3, ..., Record3-AttributeM
...
RecordN-Attribute1, RecordN-Attribute2, RecordN-Attribute3, ..., RecordN-AttributeM     
         

Cuando se inicia un trabajo de transformación por lotes, SageMaker inicializa las instancias de 
cómputo y distribuye la inferencia o la carga de preprocesamiento entre ellas. Batch Transform divide 
los objetos de Amazon S3 en la entrada por clave y asigna objetos de Amazon S3 a instancias. 
Si tiene varios archivos, una instancia podría procesar input1.csv, mientras que otra instancia 
podría procesar el archivo llamado input2.csv. Si tiene un archivo de entrada, pero inicializa varias 
instancias de computación, solo una instancia procesará el archivo de entrada; las demás instancias 
estarán inactivas.

También puede dividir los archivos de entrada en minilotes. Por ejemplo, puede crear un minilote a 
partir de input1.csv incluyendo solo dos de los registros.

Record3-Attribute1, Record3-Attribute2, Record3-Attribute3, ..., Record3-AttributeM
Record4-Attribute1, Record4-Attribute2, Record4-Attribute3, ..., Record4-AttributeM 
             

Note

SageMaker procesa cada archivo de entrada por separado. No combina minilotes de 
diferentes archivos de entrada para cumplir con el límite MaxPayloadInMB .

A fin de dividir los archivos de entrada en minilotes cuando crea un trabajo de transformación por 
lotes, establezca el valor del parámetro SplitType en Line. Si SplitType se establece en
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None o si un archivo de entrada no se puede dividir en minilotes, SageMaker usa todo el archivo 
de entrada en una sola solicitud. Tenga en cuenta que Batch Transform no admite entradas con 
formato CSV que contengan caracteres de nueva línea incrustados. Puede controlar el tamaño de 
los minilotes mediante los parámetros BatchStrategy y MaxPayloadInMB. MaxPayloadInMB no 
debe ser superior a 100 MB. Si especifica el parámetro MaxConcurrentTransforms opcional, el 
valor de (MaxConcurrentTransforms * MaxPayloadInMB) tampoco debe superar los 100 MB.

Si el trabajo de transformación por lotes procesa correctamente todos los registros en un archivo 
de entrada, crea un archivo de salida con el mismo nombre y la extensión de archivo .out. Para 
varios archivos de entrada, como, por ejemplo, input1.csv e input2.csv, los archivos de 
salida se denominan input1.csv.out e input2.csv.out. El trabajo de transformación por 
lotes almacena los archivos de salida en la ubicación especificada en Amazon S3, como s3://
awsexamplebucket/output/.

La predicciones en un archivo de salida se enumeran en el mismo orden que los registros 
correspondientes en el archivo de entrada. El archivo de salida input1.csv.out, basado en el 
archivo de entrada mostrado anteriormente, tendría un aspecto similar al siguiente.

Inference1-Attribute1, Inference1-Attribute2, Inference1-Attribute3, ..., Inference1-
AttributeM
Inference2-Attribute1, Inference2-Attribute2, Inference2-Attribute3, ..., Inference2-
AttributeM
Inference3-Attribute1, Inference3-Attribute2, Inference3-Attribute3, ..., Inference3-
AttributeM
...
InferenceN-Attribute1, InferenceN-Attribute2, InferenceN-Attribute3, ..., InferenceN-
AttributeM             

Si establece SplitType en Line, puede establecer el parámetro AssembleWith en Line para 
concatenar los registros de salida con un delimitador de línea. De este modo, no se modifica el 
número de archivos de salida. El número de archivos de salida es igual al número de archivos 
de entrada, y el uso de AssembleWith no combina los archivos. Si no especifica el parámetro
AssembleWith, los registros de salida se concatenan de forma predeterminada en formato binario.

Si el volumen de los datos de entrada es muy grande y se transmiten mediante codificación 
fragmentada HTTP, para transmitir los datos al algoritmo, establezca MaxPayloadInMB en 0. Los 
algoritmos integrados de Amazon SageMaker no admiten esta característica.

Para obtener información acerca de cómo utilizar la API para crear un trabajo de transformación 
por lotes, consulte la API CreateTransformJob. Para obtener más información acerca 
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de la correlación entre los objetos de entrada y salida de transformación por lotes, consulte
OutputDataConfig. Para ver un ejemplo de cómo utilizar una transformación por lotes, consulte
(Opcional) Predicciones con la transformación por lotes.

Acelerar un trabajo de transformación por lotes

Si está utilizando la API de CreateTransformJob, puede reducir el tiempo necesario para 
completar los trabajos de transformación por lotes utilizando valores óptimos para parámetros 
como MaxPayloadInMB, MaxConcurrentTransforms o BatchStrategy. El valor ideal para
MaxConcurrentTransforms es igual al número de procesos de computación en el trabajo de 
transformación por lotes. Si usa la consola de SageMaker, podrá especificar estos valores óptimos 
de parámetros en la sección Configuración adicional de la página Configuración del trabajo de 
transformación por lotes. SageMaker busca automáticamente los ajustes de parámetros óptimos 
para los algoritmos integrados. Para los algoritmos personalizados, proporcione estos valores a 
través de un punto de enlace execution-parameters.

Utilizar la transformación por lotes para probar variantes de producción

Para probar diferentes modelos o varios valores de configuración de hiperparámetros, cree un 
trabajo de transformación independiente para cada nueva variante de modelo y use un conjunto de 
datos de validación. Para cada trabajo de transformación, especifique un nombre de modelo único y 
la ubicación en Amazon S3 para el archivo de salida. Para analizar los resultados, utilice Registros y 
métricas de canalización de inferencias.

Blocs de notas de muestra de la transformación por lotes

Para ver un bloc de notas de muestra que use la transformación por lotes con un modelo de análisis 
de componente principal (PCA) para reducir datos en una matriz de revisión de elementos de 
usuarios, seguido de la aplicación de un algoritmo de agrupación espacial basada en densidad de 
aplicaciones con ruido (DBSCAN) para agrupar películas, consulte Transformación por lotes con 
clústeres PCA y DBSCAN de películas. Si desea obtener instrucciones para crear instancias de 
cuaderno de Jupyter que pueda utilizar para ejecutar el ejemplo en SageMaker, y obtener acceso a 
ellas, consulte Instancias de Amazon SageMaker Notebook. Después de crear y abrir una instancia 
de cuaderno, seleccione la pestaña Ejemplos de SageMaker para ver una lista de todos los ejemplos 
de SageMaker. Los blocs de notas de muestra de modelado de temas que utilizan los algoritmos 
NTM se encuentran en la sección Funcionalidad avanzada. Para abrir un bloc de notas, elija su 
pestaña Use (Usar) y, a continuación, elija Create copy (Crear copia).
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Asociar los resultados de la predicción con registros de entrada

Al hacer predicciones sobre un conjunto de datos de gran tamaño, podrá excluir los atributos que 
no sean necesarios para la predicción. Una vez que se hayan hecho las predicciones, podrá asociar 
algunos de los atributos excluidos con esas predicciones o con los datos de entrada del informe. 
Al usar la transformación por lotes para seguir estos pasos de procesamiento de datos, a menudo 
podrá eliminar el procesamiento previo o posterior adicional. Solo podrá usar archivos de entrada en 
formato JSON y CVS.

Temas

• Flujo de trabajo de asociación de inferencias a registros de entrada

• Uso del procesamiento de datos en los trabajos de transformación por lotes

• Operadores JSONPath admitidos

• Ejemplos de transformación por lotes

Flujo de trabajo de asociación de inferencias a registros de entrada

En el siguiente diagrama se muestra el flujo de trabajo de asociación de inferencias a registros de 
entrada.
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Para asociar inferencias a datos de entrada, existen tres pasos principales:

1. Filtre los datos de entrada que no sean necesarios para la inferencia antes de transferirlos 
al trabajo de transformación por lotes. Use el parámetro InputFilter para determinar qué 
atributos se deben usar como entrada para el modelo.

2. Asocie los datos de entrada con los resultados de la inferencia. Use el parámetro JoinSource
para combinar los datos de entrada con la inferencia.

3. Filtre los datos unidos a fin de conservar las entradas necesarias para proporcionar contexto para 
la interpretación de las predicciones en los informes. Use OutputFilter para almacenar la parte 
especificada del conjunto de datos unido en el archivo de salida.

Uso del procesamiento de datos en los trabajos de transformación por lotes

Al crear un trabajo de transformación por lotes con CreateTransformJob para procesar datos:

1. Especifique la parte de la entrada que se va a transferir al modelo con el parámetro
InputFilter en la estructura de datos DataProcessing.

2. Una los datos de entrada sin procesar con los datos transformados con el parámetro
JoinSource.

3. Especifique qué parte de los datos transformados y de entrada unidos del trabajo de 
transformación por lotes se va a incluir en el archivo de salida con el parámetro OutputFilter.

4. Elija archivos con formato JSON o CSV para la entrada:

• En el caso de los archivos de entrada con formato JSON o de líneas de JSON, SageMaker 
agrega el atributo SageMakerOutput al archivo de entrada o crea un nuevo archivo de 
salida JSON con los atributos SageMakerInput y SageMakerOutput. Para obtener más 
información, consulte DataProcessing.

• Para los archivos de entrada con formato CSV, los datos de entrada unidos van seguidos de los 
datos transformados y la salida es un archivo CSV.

Si usa un algoritmo con la estructura DataProcessing, debe admitir su formato elegido tanto para 
los archivos de entrada como para los de salida. Por ejemplo, con el campo TransformOutput de 
la API CreateTransformJob, debe establecer los parámetros ContentType y Accept a uno de 
los siguientes valores: text/csv, application/json o application/jsonlines. La sintaxis 
para especificar columnas en un archivo CSV es distinta de la sintaxis para especificar atributos en 
un archivo JSON. El uso de la sintaxis incorrecta provoca un error. Para obtener más información, 
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consulte Ejemplos de transformación por lotes. Para obtener más información acerca de los formatos 
de archivo de entrada y salida para los algoritmos integrados, consulte Usa algoritmos SageMaker 
integrados de Amazon o modelos previamente entrenados.

Los delimitadores de registro para la entrada y la salida también deben ser consistentes con su 
entrada de archivo elegida. El parámetro SplitType indica cómo dividir los registros en el conjunto 
de datos de entrada. El parámetro AssembleWith indica cómo volver a ensamblar los registros para 
la salida. Si establece formatos de entrada y salida en text/csv, también deberá establecer los 
parámetros SplitType y AssembleWith en line. Si define los formatos de entrada y salida en
application/jsonlines, podrá establecer SplitType y AssembleWith en line.

En el caso de los archivos CSV, no puede utilizar caracteres de nueva línea incrustados. Para los 
archivos JSON, el nombre de atributo SageMakerOutput se reserva para la salida. El archivo de 
entrada JSON no puede tener un atributo con este nombre. Si lo tiene, los datos del archivo de 
entrada podrían sobrescribirse.

Operadores JSONPath admitidos

Para filtrar y unir los datos de entrada y la inferencia, use una subexpresión JSONPath. SageMaker 
admite solo un subconjunto de los operadores JSONPath definidos. En la siguiente tabla se 
muestran los operadores JSONPath admitidos. Para los datos CSV, cada fila se considera como 
una matriz JSON, de manera que solo se puede aplicar JSONPaths basados en índices, como por 
ejemplo $[0], $[1:]. Los datos CSV también deben seguir el formato RFC.

Operador 
JSONPath

Descripción Ejemplo

$ El elemento raíz para una consulta. Este 
operador es necesario al principio de todas 
las expresiones de ruta.

$

.<name> Un elemento secundario con notación de 
puntos.

$.id

* Un comodín. Úselo en lugar de un nombre 
de atributo o valor numérico.

$.id.*

['<name>' (,'<name>')]Un elemento con notación de corchete o 
varios elementos secundarios.

$['id','SageMakerO 
utput']
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Operador 
JSONPath

Descripción Ejemplo

[<number>
(,<number>)]

Un índice o una matriz de índices. También 
se admiten valores de índice negativos 
. Un índice -1 hace referencia al último 
elemento de una matriz.

$[1] , $[1,3,5]

[<start>:<end>] Un operador Slice de la matriz. El método 
Slice() de la matriz extrae una sección de 
una matriz y devuelve una nueva matriz. Si 
omite <start>, SageMaker usa el primer 
elemento de la matriz. Si omite <end>, 
SageMaker usa el último elemento de la 
matriz.

$[2:5], $[:5], $[2:]

Cuando se utiliza la notación de corchetes para especificar varios elementos secundarios de un 
campo determinado, no se permite el anidamiento adicional de elementos secundarios dentro de 
los corchetes. Por ejemplo, $.field1.['child1','child2'] sí se admite, pero $.field1.
['child1','child2.grandchild'] no.

Para obtener más información acerca de los operadores JSONPath, consulte JsonPath en GitHub.

Ejemplos de transformación por lotes

En los siguientes ejemplos se muestran algunas formas habituales de unir los datos de entrada con 
los resultados de la predicción.

Temas

• Ejemplo: generación de inferencias solamente

• Ejemplo: inferencias de salida unidas a datos de entrada

• Ejemplo: inferencias de salida unidas a datos de entrada y exclusión de la columna de ID de la 
entrada (CSV)

• Ejemplo: inferencias de salida unidas con una columna ID y exclusión de la columna ID de la 
entrada (CSV)

Asociación de los resultados de la predicción con la entrada 4529

https://github.com/json-path/JsonPath


Amazon SageMaker Guía para desarrolladores

Ejemplo: generación de inferencias solamente

De forma predeterminada, el parámetro DataProcessing no une los resultados de la inferencia con 
la entrada. Solo genera los resultados de la inferencia.

Si desea especificar explícitamente que no se unan los resultados con la entrada, use Amazon 
SageMaker Python SDK e indique la siguiente configuración en una llamada del transformador.

sm_transformer = sagemaker.transformer.Transformer(…)
sm_transformer.transform(…, input_filter="$", join_source= "None", output_filter="$")

Para generar inferencias mediante el SDK de AWS para Python, agregue el código siguiente a su 
solicitud CreateTransformJob. El siguiente código imita el comportamiento predeterminado.

{ 
    "DataProcessing": { 
        "InputFilter": "$", 
        "JoinSource": "None", 
        "OutputFilter": "$" 
    }
}

Ejemplo: inferencias de salida unidas a datos de entrada

Si usa Amazon SageMaker Python SDK para combinar los datos de entrada con las inferencias en 
el archivo de salida, especifique los parámetros assemble_with y accept al inicializar el objeto 
transformador. Cuando utilice la llamada de transformación, especifique Input para el parámetro
join_source y especifique también los parámetros split_type y content_type. El parámetro
split_type debe tener el mismo valor que assemble_with, y el parámetro content_type debe 
tener el mismo valor que accept. Para obtener más información sobre los parámetros y sus valores 
aceptados, consulte la página Transformador de Amazon SageMaker Python SDK.

sm_transformer = sagemaker.transformer.Transformer(…, assemble_with="Line", 
 accept="text/csv")
sm_transformer.transform(…, join_source="Input", split_type="Line", content_type="text/
csv")

Si usa el SDK de AWS para Python (Boto 3), una todos los datos de entrada con la inferencia 
añadiendo el siguiente código a su solicitud CreateTransformJob. Los valores de Accept y

Asociación de los resultados de la predicción con la entrada 4530

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html#SageMaker-CreateTransformJob-request-DataProcessing
https://sagemaker.readthedocs.io
https://sagemaker.readthedocs.io
https://sagemaker.readthedocs.io
https://sagemaker.readthedocs.io/en/stable/api/inference/transformer.html#sagemaker.transformer.Transformer
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html


Amazon SageMaker Guía para desarrolladores

ContentType deben coincidir, y los valores de AssembleWith y SplitType también deben 
coincidir.

{ 
    "DataProcessing": { 
        "JoinSource": "Input" 
    }, 
    "TransformOutput": { 
        "Accept": "text/csv", 
        "AssembleWith": "Line" 
    }, 
    "TransformInput": { 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
    }
}

Para los archivos de entrada JSON o de líneas de JSON, los resultados están en la clave
SageMakerOutput del archivo JSON de entrada. Por ejemplo, si la entrada es un archivo JSON 
que incluye el par clave-valor {"key":1}, el resultado de la transformación de los datos puede ser
{"label":1}.

SageMaker almacena ambos en el archivo de entrada en la clave SageMakerInput.

{ 
    "key":1, 
    "SageMakerOutput":{"label":1}
}

Note

El resultado unido para JSON debe ser un objeto de par clave-valor. Si la entrada no es un 
objeto de par clave-valor, SageMaker creará un nuevo archivo JSON. En el nuevo archivo 
JSON, los datos de entrada se almacenan en la clave SageMakerInput, mientras que los 
resultados se almacenan como el valor SageMakerOutput.

Para un archivo CSV, por ejemplo, si el registro es [1,2,3] y el resultado de la etiqueta es [1], el 
archivo de salida incluiría [1,2,3,1].
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Ejemplo: inferencias de salida unidas a datos de entrada y exclusión de la columna de ID de la 
entrada (CSV)

Si utiliza Amazon SageMaker Python SDK para unir los datos de entrada con la salida de la 
inferencia y, al mismo tiempo, excluir una columna de ID de la entrada del transformador, especifique 
los mismos parámetros del ejemplo anterior, así como una subexpresión de JSONPath para el
input_filter en la llamada al transformador. Por ejemplo, si en sus datos de entrada se incluyen 
cinco columnas y la primera es la columna ID, use la siguiente solicitud del transformador para 
seleccionar todas las columnas excepto la columna ID como características. El transformador sigue 
emitiendo todas las columnas de entrada unidas a las inferencias. Para obtener más información 
sobre los parámetros y sus valores aceptados, consulte la página Transformador de Amazon 
SageMaker Python SDK.

sm_transformer = sagemaker.transformer.Transformer(…, assemble_with="Line", 
 accept="text/csv")
sm_transformer.transform(…, split_type="Line", content_type="text/csv", 
 input_filter="$[1:]", join_source="Input")

Si usa SDK de AWS para Python (Boto 3), añada el siguiente código a su solicitud 
CreateTransformJob.

{ 
    "DataProcessing": { 
        "InputFilter": "$[1:]", 
        "JoinSource": "Input" 
    }, 
    "TransformOutput": { 
        "Accept": "text/csv", 
        "AssembleWith": "Line" 
    }, 
    "TransformInput": { 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
    }
}

Para especificar columnas en SageMaker, utilice el índice de los elementos de la matriz. La primera 
columna es el índice 0, la segunda columna es el índice 1 y la sexta columna es el índice 5.
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Para excluir la primera columna de la entrada, establezca InputFilter en "$[1:]". Los dos 
puntos (:) le indican a SageMaker la inclusión de todos los elementos entre dos valores (ambos 
incluidos). Por ejemplo, $[1:4] especifica de la segunda a la quinta columnas.

Si omite el número después de los dos puntos, por ejemplo, [5:], el subconjunto incluye todas las 
columnas desde la sexta hasta la última columna. Si omite el número antes de los dos puntos, por 
ejemplo, [:5], el subconjunto incluye todas las columnas desde la primera columna (índice 0) hasta 
la sexta columna.

Ejemplo: inferencias de salida unidas con una columna ID y exclusión de la columna ID de la entrada 
(CSV)

Si utiliza Amazon SageMaker Python SDK, puede especificar la salida para unir solo columnas de 
entrada específicas (como la columna ID) con las inferencias especificando el filtro output_filter
en la llamada al transformador. El output_filter utiliza una subexpresión de JSONPath para 
especificar qué columnas se devolverán como salida después de unir los datos de entrada con los 
resultados de la inferencia. La siguiente solicitud muestra cómo hacer predicciones excluyendo 
una columna de ID y, a continuación, uniendo la columna de ID a las inferencias. Tenga en 
cuenta que, en el siguiente ejemplo, la última columna (-1) de la salida contiene las inferencias. 
Si utiliza archivos JSON, SageMaker almacena los resultados de la inferencia en el atributo
SageMakerOutput. Para obtener más información sobre los parámetros y sus valores aceptados, 
consulte la página Transformador de Amazon SageMaker Python SDK.

sm_transformer = sagemaker.transformer.Transformer(…, assemble_with="Line", 
 accept="text/csv")
sm_transformer.transform(…, split_type="Line", content_type="text/csv", 
 input_filter="$[1:]", join_source="Input", output_filter="$[0,-1]")

Si usa SDK de AWS para Python (Boto 3), una solo la columna ID con la inferencia añadiendo el 
siguiente código a su solicitud CreateTransformJob.

{ 
    "DataProcessing": { 
        "InputFilter": "$[1:]", 
        "JoinSource": "Input", 
        "OutputFilter": "$[0,-1]" 
    }, 
    "TransformOutput": { 
        "Accept": "text/csv", 
        "AssembleWith": "Line" 
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    }, 
    "TransformInput": { 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
    }
}

Warning

Si usa un archivo de entrada con formato JSON, el archivo no puede contener el nombre de 
atributo SageMakerOutput. Este nombre de atributo se reserva para las inferencias en el 
archivo de salida. Si el archivo de entrada con formato JSON contiene un atributo con este 
nombre, los valores del archivo de entrada podrían sobrescribirse con la inferencia.

Almacenamiento en Batch Transform

Cuando ejecuta un trabajo de transformación por lotes, Amazon SageMaker adjunta un volumen 
de almacenamiento de Amazon Elastic Block Store a las instancias de Amazon EC2 que procesan 
el trabajo. El volumen almacena su modelo y el tamaño del volumen de almacenamiento se fija en 
30 GB. Tiene la opción de cifrar el modelo en reposo en el volumen de almacenamiento.

Note

Si tiene un modelo grande, puede encontrarse con un InternalServerError.

Para obtener más información sobre el almacenamiento y las características de Amazon EBS, 
consulte las siguientes páginas:

• Amazon EBS, en la Guía del usuario de Amazon EC2 para instancias de Linux

• Volúmenes de Amazon EBS, en la Guía del usuario de Amazon EC2 para instancias de Linux

Note

Las instancias G4dn vienen con su propio almacenamiento SSD local. Para obtener más 
información sobre las instancias G4dn, consulte la página Instancias G4 de Amazon EC2.
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Solución de problemas

Si tiene errores en la transformación Amazon SageMaker Batch Transform, consulte los siguientes 
consejos de resolución de problemas.

Errores de tiempo de espera máximo

Si hay errores de tiempo de espera máximos al ejecutar trabajos de transformación por lotes, intente 
lo siguiente:

• Comience con la BatchStrategy de registro único, un lote del tamaño predeterminado (6 MB) o 
inferior que se especifica en el parámetro MaxPayloadInMB y un conjunto de datos de muestra 
pequeño. Ajuste el parámetro de tiempo de espera máximo InvocationsTimeoutInSeconds
(que tiene un máximo de 1 hora) hasta que reciba una respuesta de invocación correcta.

• Cuando reciba una respuesta de invocación correcta, aumente los parámetros MaxPayloadInMB
(con un máximo de 100 MB) y InvocationsTimeoutInSeconds juntos para encontrar el 
tamaño de lote máximo que pueda soportar el tiempo de espera del modelo deseado. En este 
paso, puede utilizar la BatchStrategy de registro único o de registro múltiple.

Note

Exceder el límite MaxPayloadInMB provoca un error. Esto podría ocurrir con un conjunto 
de datos de gran tamaño si no se puede dividir, si el parámetro SplitType se establece 
en “ninguno” o si los registros individuales del conjunto de datos superan el límite.

• (Opcional) Ajuste el parámetro MaxConcurrentTransforms, que especifica el número máximo 
de solicitudes en paralelo que se pueden enviar a cada instancia de un trabajo de transformación 
por lotes. Sin embargo, el valor de MaxConcurrentTransforms * MaxPayloadInMB no debe 
superar los 100 MB.

Salida incompleta

SageMaker utiliza la API de carga multiparte de Amazon S3 para cargar los resultados de un trabajo 
de transformación por lotes a Amazon S3. Si se produce un error, los resultados cargados se 
eliminan de Amazon S3. En algunos casos, como cuando se produce una interrupción de la red, 
podría quedar una carga multiparte incompleta en Amazon S3. También se puede producir una carga 
incompleta si tiene varios archivos de entrada, pero SageMaker Batch Transform no puede procesar 
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algunos de ellos. Los archivos de entrada que no se hayan podido procesar no tendrán los archivos 
de salida correspondientes en Amazon S3.

Para evitar incurrir en cargos de almacenamiento, le recomendamos que añada la política de bucket 
de S3 a las reglas de ciclo de vida de bucket de S3. Esta política elimina las cargas multiparte 
incompletas que podrían almacenarse en el bucket de S3. Para obtener más información, consulte
Administración del ciclo de vida de los objetos.

El trabajo aparece como failed

Si un trabajo de transformación por lotes no puede procesar un archivo de entrada porque hay un 
problema con el conjunto de datos, SageMaker marca el trabajo como failed. Si un archivo de 
entrada contiene un registro erróneo, el trabajo de transformación no crea un archivo de salida para 
dicho archivo de entrada, ya que, así, se evita mantener el mismo orden en los datos transformados 
como en el archivo de entrada. Si el conjunto de datos tiene varios archivos de entrada, sigue un 
trabajo de transformación para procesar archivos de entrada incluso si el procesamiento de uno 
devuelve un error. Los archivos procesados todavía generan resultados que se pueden utilizar.

Si utiliza sus propios algoritmos, puede utilizar texto de marcador de posición, como, por ejemplo
ERROR, cuando el algoritmo encuentre un registro erróneo en un archivo de entrada. Por ejemplo, si 
el último registro de un conjunto de datos es incorrecto, el algoritmo coloca el texto del marcador de 
posición para ese registro en el archivo de salida.

Paralelismo de modelos e inferencia de modelos grandes

Los modelos de aprendizaje profundo de última generación para aplicaciones como el procesamiento 
de lenguaje natural (NLP) son grandes y suelen contener decenas o cientos de miles de millones de 
parámetros. Los modelos más grandes suelen ser más precisos, lo que los hace atractivos para los 
profesionales del machine learning. Sin embargo, estos modelos suelen ser demasiado grandes para 
caber en un solo acelerador o dispositivo GPU, lo que dificulta la obtención de inferencias de baja 
latencia. Para evitar este embotellamiento de memoria, utilice técnicas de paralelismo de modelos 
para dividir un modelo en varios aceleradores o GPU.

Amazon SageMaker incluye contenedores de aprendizaje profundo (DLC), bibliotecas y herramientas 
especializados para el paralelismo de modelos e inferencia de modelos grandes (LMI). En las 
siguientes secciones, puede encontrar recursos para comenzar a usar LMI en SageMaker.

Temas
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• Contenedores de aprendizaje profundo para inferencias de modelos grandes

• SageMaker parámetros de punto final para la inferencia de modelos grandes

• Tutoriales de inferencia de modelos grandes

• Configuraciones y ajustes

• Elección de tipos de instancias para inferencias de modelos grandes

• Implementación de modelos sin comprimir

• Preguntas frecuentes sobre inferencias de modelos grandes

• Solución de problemas de inferencias de modelos grandes

• Notas de versión para contenedores de aprendizaje profundo de inferencia de modelos de gran 
tamaño

Contenedores de aprendizaje profundo para inferencias de modelos 
grandes

SageMaker mantiene contenedores de aprendizaje profundo (DLC) con populares bibliotecas 
de código abierto para alojar modelos grandes como GPT, T5, OPT, BLOOM y Stable Diffusion 
en la infraestructura. AWS Con estos DLC, puedes usar bibliotecas de terceros DeepSpeed, 
como Accelerate, TensorRT-LLM, y particionar los parámetros del modelo mediante técnicas de 
paralelismo de modelos FasterTransformerpara aprovechar la memoria de varias GPU para realizar 
inferencias. En la siguiente tabla se enumeran los DLC disponibles para la inferencia de modelos 
grandes (LMI). SageMaker Le recomendamos que comience con estos DLC para LMI en adelante. 
SageMaker Estos incluyen componentes, bibliotecas y controladores que se han optimizado y 
probado para su uso en ellos. SageMaker

DLC URI Bibliotecas Parámetros de ajuste

PyTorch 2.1.0

Servicio de DJL 0.25.0

Kit de herramientas TensorRT 
0.5.0

763104351884.dkr.ecr.
region .amazonaw 
s.com/djl-inferenc 
e:0.25.0-tensorrtl 
lm0.5.0-cu122 Hugging Face Accelerate 

0.23.0

TensorRT-LLM
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DLC URI Bibliotecas Parámetros de ajuste

Hugging Face Transformers 
4.34.0

PyTorch 2.0.1

Servicio de DJL 0.25.0

DeepSpeed 0.11.0

Hugging Face Accelerate 
0.23.0

763104351884.dkr.ecr.
region .amazonaw 
s.com/djl-inferenc 
e:0.25.0-deepspeed 
0.11.0-cu118

Hugging Face Transformers 
4.34.0

DeepSpeed

PyTorch 1.13.1

Servicio de DJL 0.25.0

TransformersNeuronX 0.8.268

AWSSDK de Neuron 2.15.1

763104351884.dkr.ecr.
region .amazonaw 
s.com/djl-inferenc 
e:0.25.0-neuronx-s 
dk2.15.0

NeuronX Distributed 0.5.0

Transformadores: NeuronX

PyTorch 2.0.1

DJL Serving 0.23.0

FasterTransformer 5.3.0

Hugging Face Accelerate 
0.20.3

763104351884.dkr.e 
cr.region.amazonaws.com/
djl-inference:0.23.0-fastertra 
nsformer5.3.0-cu118

Hugging Face Transformers 
4.30.1

FasterTransformer
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DLC URI Bibliotecas Parámetros de ajuste

PyTorch 2.0.1

DJL Serving 0.23.0

DeepSpeed 0.9.5

Hugging Face Accelerate 
0.20.3

763104351884.dkr.e 
cr.region.amazonaw 
s.com/djl-inference:0.23.0- 
deepspeed0.9.5-cu118

Hugging Face Transformers 
4.30.2

DeepSpeed

PyTorch 1.13.1

DJL Serving 0.23.0

TransformersNeuronX 0.4.60

AWS Neuron SDK 2.12.0

763104351884.dkr.e 
cr.region.amazonaws.com/
djl-inference:0.23.0-neuronx-s 
dk2.12.0

NeuronX Distributed 0.1.0

Transformadores: NeuronX

Además PyTorch, los DLC de LMI incluyen bibliotecas para facilitar la inferencia de modelos de gran 
tamaño. SageMaker admite las siguientes categorías de bibliotecas.

• Zoológico de modelos: los zoológicos de modelos proporcionan un acceso mediante API sencillo a 
modelos previamente entrenados. SageMaker proporciona los siguientes modelos de zoológicos:

• Hugging Face Transformers es una biblioteca general para modelos de aprendizaje profundo 
previamente entrenados que utilizan una arquitectura transformadora como GPT, OPT y 
BLOOM.

• Hugging Face Diffusers es una biblioteca con modelos de aprendizaje profundo previamente 
entrenados que utilizan una técnica de difusión como Stable Diffusion.

• Bibliotecas de paralelismo de modelos y optimización de inferencias: estas bibliotecas gestionan 
la inferencia paralela de modelos dividiendo un artefacto modelo para que los parámetros que lo 
componen puedan distribuirse en varias GPU. SageMaker admite las siguientes bibliotecas de 
paralelismo de modelos y optimización de inferencias:
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• TensorRT-LLM es la biblioteca de código abierto más reciente de NVIDIA que está disponible 
como parte de la versión 0.25.0 de los DLC de LMI. Esta biblioteca permite state-of-the-art 
optimizaciones, como la FP8 y el procesamiento continuo por lotes para modelos de lenguajes 
de SmoothQuant gran tamaño cuando se utilizan GPU NVIDIA.

TensorRT-LLM admite implementaciones que van desde configuraciones de una sola GPU 
hasta configuraciones de varias GPU, y es posible obtener mejoras de rendimiento adicionales 
mediante técnicas como el paralelismo tensorial. Aprovechar TensorRT-LLM a través del DLC 
de SageMaker LMI le permite optimizar el rendimiento de sus modelos lingüísticos de gran 
tamaño y ofrecer a sus usuarios una experiencia con mayor capacidad de respuesta.

Optimizamos la biblioteca TensorRT-LLM para acelerar la inferencia y creamos un conjunto 
de herramientas que admite la conversión de modelos. just-in-time Puedes usar este kit de 
herramientas para proporcionar un ID de modelo de Hugging Face e implementar el modelo 
de principio a fin. El kit de herramientas también admite el procesamiento continuo por lotes 
con transmisión. Puede compilar los modelos Llama-2 7B y 13B en unos 1-2 minutos, y puede 
compilar el modelo 70B en unos 7 minutos.

Para evitar la sobrecarga que supone la compilación al configurar un SageMaker punto final 
y escalar las instancias, puede utilizar la compilación anticipada (AOT). Para obtener más 
información sobre cómo preparar el modelo, consulte el tutorial de compilación de modelos de
TensorRT-LLM. ahead-of-time

También aceptamos cualquier modelo TensorRT LLM creado para Triton Server que se pueda 
usar con el DLC de LMI. Para ver ejemplos sobre cómo implementar el Llama-2 70B con el 
contenedor LMI TRT-LLM 0.25.0, consulta los cuadernos.

• DeepSpeed Inference es una biblioteca de optimización de inferencias de código abierto. 
Incluye esquemas de particionamiento de modelos para el paralelismo de modelos con 
modelos compatibles, incluidos muchos modelos de transformadores. También cuenta con 
kernels optimizados para modelos populares como OPT, GPT y BLOOM, que pueden mejorar 
considerablemente la latencia de inferencia. La versión de los DeepSpeed DLC del LMI está 
optimizada y probada para su uso. SageMaker Incluye varias mejoras, incluida la compatibilidad 
con modelos de precisión BF16.

• Hugging Face Accelerate en una biblioteca de inferencias paralelas de modelos de código 
abierto. Admite el paralelismo para la mayoría de los modelos de la biblioteca Hugging Face 
Transformers.
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• FasterTransformeres una biblioteca de código abierto de Nvidia que proporciona un motor 
acelerado para ejecutar eficientemente la inferencia de redes neuronales basada en 
transformadores. Se ha diseñado para gestionar modelos grandes que requieren múltiples 
GPU y nodos de forma distribuida. La biblioteca incluye una versión optimizada del bloque 
transformador, que incluye tanto el codificador como el decodificador, lo que permite realizar 
la inferencia de arquitecturas completas de codificador-decodificador, como la T5, así como 
modelos solo de codificador, como BERT, y modelos solo de decodificador, como GPT.

• Servidor de modelos: los servidores de modelos gestionan una solicitud de inferencia de extremo 
a extremo. Aceptan solicitudes, invocan scripts de preprocesamiento y posprocesamiento y 
responden a los usuarios. Los servidores de modelos, que son compatibles con el paralelismo de 
modelos, también organizan los trabajadores y los subprocesos en varios dispositivos. SageMaker 
admite los siguientes modelos de servidores:

• DJL-Serving es un modelo de servidor de código abierto y alto rendimiento con tecnología
DJL. Toma varios modelos o flujos de trabajo de aprendizaje profundo y los pone a disposición 
a través de un punto de conexión HTTP. Las versiones 0.19 y superiores son compatibles 
SageMaker y funcionan con instancias de Amazon EC2 con varias GPU para facilitar el LMI con 
el paralelismo de modelos.

Tipos de instancias admitidas

AWS Los DLC de LMI admiten los tipos de instancias p4d, p3, g5 y g4dn.

SageMaker parámetros de punto final para la inferencia de modelos 
grandes

Puede personalizar los siguientes parámetros para facilitar la inferencia de modelos grandes (LMI) de 
baja latencia con: SageMaker

• Tamaño máximo del volumen de Amazon EBS en la instancia (VolumeSizeInGB): si el tamaño 
del modelo es superior a 30 GB y utiliza una instancia sin disco local, debe aumentar este 
parámetro para que sea ligeramente mayor que el tamaño del modelo.

• Cuota de tiempo de espera de las comprobaciones de estado 
(ContainerStartupHealthCheckTimeoutInSeconds): si tu contenedor está configurado 
correctamente y los CloudWatch registros indican que se ha agotado el tiempo de espera de las 
comprobaciones de estado, debes aumentar esta cuota para que el contenedor tenga tiempo 
suficiente para responder a las comprobaciones de estado.
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• Cuota de tiempo de espera de descarga del modelo 
(ModelDataDownloadTimeoutInSeconds): si el tamaño del modelo es superior a 40 GB, debe 
aumentar esta cuota para disponer de tiempo suficiente para descargar el modelo de Amazon S3 a 
la instancia.

Para obtener más información sobre la inferencia de baja latencia con modelos grandes, consulte
Implementar modelos grandes en Amazon SageMaker con DJL Serving y modelar la inferencia 
DeepSpeed paralela. El siguiente fragmento de código muestra cómo configurar mediante 
programación los parámetros mencionados. Sustituya el texto en cursiva del marcador por 
su propia información.

import boto3

aws_region = "aws-region"
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# The name of the endpoint. The name must be unique within an AWS Region in your AWS 
 account.
endpoint_name = "endpoint-name"

# Create an endpoint config name.
endpoint_config_name = "endpoint-config-name"

# The name of the model that you want to host.
model_name = "the-name-of-your-model"

instance_type = "instance-type"

sagemaker_client.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name 
    ProductionVariants=[ 
        { 
            "VariantName": "variant1", # The name of the production variant. 
            "ModelName": model_name, 
            "InstanceType": instance_type, # Specify the compute instance type. 
            "InitialInstanceCount": 1, # Number of instances to launch initially. 
            "VolumeSizeInGB": 256, # Specify the size of the Amazon EBS volume. 
            "ModelDataDownloadTimeoutInSeconds": 1800, # Specify the model download 
 timeout in seconds. 
            "ContainerStartupHealthCheckTimeoutInSeconds": 1800, # Specify the health 
 checkup timeout in seconds 
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        }, 
    ],
)

sagemaker_client.create_endpoint(EndpointName=endpoint_name, 
 EndpointConfigName=endpoint_config_name) 
     

Para obtener más información sobre las claves de, consulte. ProductionVariants
ProductionVariant

Tutoriales de inferencia de modelos grandes

Los siguientes tutoriales muestran el uso de diferentes bibliotecas de paralelización de modelos y 
optimización de inferencias disponibles en un DLC de inferencia de modelos grandes (LMI). Puede 
utilizarlos para empezar a utilizar el LMI. SageMaker

Temas

• Inferencia de modelos grandes con servicio DeepSpeed DJL

• Inferencia de modelos grandes con servicio FasterTransformer DJL

• Inferencia de modelos grandes con TorchServe

• Recursos adicionales para comenzar

Inferencia de modelos grandes con servicio DeepSpeed DJL

Este tutorial muestra cómo implementar modelos grandes con DJL Serving utilizando DeepSpeed 
marcos de paralelización de modelos Hugging Face Accelerate. En este ejemplo, se utiliza un 
modelo GPT-J con 6 mil millones de parámetros y una ml.g5 instancia. Puede modificarlo para que 
funcione con otros modelos y tipos de instancias. Sustituya el texto en cursiva del marcador
de los ejemplos por su propia información.

Temas

• Imagen de contenedor de inferencia de modelos grandes con DJL Serving

• Preparación de los artefactos de su modelo

• Implemente el modelo mediante el SDK SageMaker
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Imagen de contenedor de inferencia de modelos grandes con DJL Serving

Los DLC de inferencia de modelos grandes (LMI) están disponibles como imágenes de Docker en 
Amazon Elastic Container Registry (Amazon ECR). Estos contenedores incluyen los componentes, 
las bibliotecas y los controladores necesarios para alojar modelos de gran tamaño en la 
infraestructura de Amazon EC2 SageMaker o que la utilicen. Puede encontrar una lista de DLC 
de LMI en la sección de Inferencia de modelos grandes de la lista de DLC. Este tutorial utiliza el 
siguiente contenedor:

Marcos Tipo de trabajo CPU/GPU Opciones de 
versiones de 
Python

URL de ejemplo

DJL Serving 
0.25.0 con 
DeepSpeed 
0.11.0, Hugging 
Face Transform 
ers 4.34.0 y 
Hugging Face 
Accelerate 
0.23.0

Inferencia GPU 3.9 (py39) 763104351 
884.dkr. ecr.us-
east-1.amaz 
onaws.com /djl-
inference:0.25.0-
deepspeed0.11. 
0-cu118

Los DLC de LMI se actualizan y prueban periódicamente. SageMaker Puede hacer referencia 
directamente a estas URL de imágenes de Docker cuando aloje en SageMaker ellas y seleccionar el 
contenedor que mejor se adapte a sus necesidades. Cada imagen de DLC de LMI incluye Accelerate 
DeepSpeed, Transformers y DJL Serving.

Preparación de los artefactos de su modelo

Los DLC de LMI utilizan DJL Serving para servir su modelo a modo de inferencia. Debe configurar 
DJL Serving y empaquetar su modelo en un formato compatible con DJL Serving y para LMI. 
DeepSpeed

1. Cree un archivo serving.properties de configuración para indicar a DJL Serving 
qué bibliotecas de optimización de inferencias y paralelización de modelos desea 
utilizar. Encontrarás las opciones de configuración tanto DeepSpeed para Hugging Face 
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Accelerate Configuraciones y ajustes como para ellas. Modifique el siguiente archivo de
serving.properties ejemplo para adaptarlo a sus necesidades.

engine=DeepSpeed
#engine=Python # for Hugging Face Accelerate, vLLM rolling batch
#engine=MPI # lmi-dist rolling batch option
option.entryPoint=djl_python.deepspeed
#option.entryPoint=djl_python.huggingface # for Hugging Face Accelerate
option.tensor_parallel_degree=2
option.model_id=EleutherAI/gpt-j-6B
option.max_rolling_batch_size=64
option.rolling_batch=deepspeed
option.task=text-generation
option.dtype=fp16

Para obtener una lista completa de las opciones de configuración, consulte Configuraciones y 
ajustes. En la siguiente lista, se describen algunas de las opciones utilizadas en el archivo de
serving.properties ejemplo.

• option.entryPoint — Esta opción se utiliza para especificar qué controlador ofrecido por 
DJL Serving desea utilizar. Los valores posibles son huggingface, deepspeed y stable-
diffusion. Aquí usamos deepspeed.

• option.model_id — Proporcione esta opción solo si también proporciona
option.entryPoint. El valor de esta opción es el Hugging Face ID de un modelo o la 
URL S3 de los artefactos del modelo. DJL Serving utiliza este valor para descargar el modelo 
desde Hugging Face o desde la URL de S3.

• option.task — Las arquitecturas de modelos suelen requerir que se especifique una tarea 
como uno de los parámetros de transformers.pipeline.

• option.rolling_batch— Seleccione una estrategia de lotes continuos. El valor auto
hará que el controlador elija la estrategia en función de la configuración proporcionada. 
Si especifica option.rolling_batch=djl_python.huggingface yauto, una de 
las siguientes opciones se elegirá automáticamente en función del modelo:lmi-dist, 
oscheduler. Si el motor lo es DeepSpeed, se elige el lote deepspeed rodante.

Para obtener más información, consulte las implementaciones del DeepSpeedcontrolador 
Hugging Face y Hugging Face.
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2. Empaquete los artefactos de su modelo en un archivo .tar comprimido. DJL Serving y 
DeepSpeed esperan que los artefactos del modelo se empaqueten y formateen de una manera 
específica. Para ello, en este ejemplo se utiliza la siguiente estructura de directorios.

 - deepspeed-gptj # root directory 
    - serving.properties             
    - model.py # your custom handler file, if you choose not to use the handlers 
 provided with DJL Serving 
    - model binary files # if you do not want to use option.model_id 
                 

El directorio raíz contiene el archivo serving.properties, junto con cualquier otro archivo 
necesario. Este tutorial solo necesita el archivo serving.properties porque utiliza el 
controlador de DJL Serving y la opción model_id para descargar el modelo directamente desde 
Hugging Face. El siguiente fragmento de código empaqueta los artefactos del modelo en un 
archivo .tar comprimido.

mkdir deepspeed-gptj
cp serving.properties deepspeed-gptj/                 
tar -czvf deepspeed-gptj.tar.gz deepspeed-gptj
aws s3 sync deepspeed-gptj.tar.gz s3://djl-sm-test/tutorial/ 
                 

Implemente el modelo mediante el SDK SageMaker

Este ejemplo se utiliza SageMaker para gestionar el proceso de implementación del modelo de 
principio a fin en un punto final de inferencia.

1. Cree una SageMaker sesión.

import boto3
import sagemaker

aws_region = "aws-region"
sagemaker_session = 
 sagemaker.Session(boto_session=boto3.Session(region_name=aws_region)) 
                 

2. Crea un modelo en SageMaker.
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from sagemaker.model import Model
from sagemaker import image_uris, get_execution_role

role = get_execution_role()

def create_model(model_name, model_s3_url): 
    # Get the DJL DeepSpeed image uri 
    image_uri = image_uris.retrieve( 
        framework="djl-deepspeed", 
        region=sagemaker_session.boto_session.region_name, 
        version="0.25.0" 
    ) 
    model = Model( 
        image_uri=image_uri, 
        model_data=model_s3_url, 
        role=role, 
        name=model_name, 
        sagemaker_session=sagemaker_session, 
    ) 
    return model 
                 

La instancia g5.12xlarge tiene 4 GPU Nvidia A10G. El serving.properties en
Preparación de los artefactos de su modelo especificó un grado de paralelismo tensor de 2. DJL 
Serving carga automáticamente 2 copias del modelo con 2 particiones de parelelismo tensor 
para utilizar las 4 GPU de la instancia. Esto duplica el rendimiento.

3. Implemente la aplicación en una instancia g5.12xlarge.

from sagemaker import serializers, deserializers

def deploy_model(model, _endpoint_name): 
    model.deploy( 
        initial_instance_count=1, 
        instance_type="ml.g5.12xlarge", 
        endpoint_name=_endpoint_name 
    ) 
    predictor = sagemaker.Predictor( 
        endpoint_name=_endpoint_name, 
        sagemaker_session=sagemaker_session, 
        serializer=serializers.JSONSerializer(), 
        deserializer=deserializers.JSONDeserializer() 
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    ) 
    return predictor 
                 

4. Haga una predicción.

import argparse
if __name__ == "__main__": 
    arg_parser = argparse.ArgumentParser() 

    group = arg_parser.add_mutually_group() 
    group.add_argument("--deepspeed", action="store_const", dest="framework", 
 const="deepspeed") 
    group.add_argument("--accelerate", action="store_const", dest="framework", 
 const="accelerate") 

    args = arg_parser.parse_args() 
     
    _model_name = f"{args.framework}-gptj" 
    _model_s3_url = f"s3://djl-sm-test/tutorial/{args.framework}-gptj.tar.gz" 
    _endpoint_name=f"{args.framework}-gptj" 

    model = create_model(_model_name, _model_s3_url) 
    predictor = deploy_model(model, _endpoint_name) 
    print(predictor.predict( 
                {  
                    "inputs" : "Large model inference is",  
                    "parameters": { "max_length": 50 }, 
                } 
    ))                     
                 

Inferencia de modelos grandes con servicio FasterTransformer DJL

Este tutorial muestra cómo implementar un modelo T5 con contenedores de aprendizaje profundo 
(DLC) de inferencia de modelos grandes (LMI), DJL Serving y el marco de paralelización de modelos.
FasterTransformer En este caso, utilizamos un modelo flan-t5-xl con 3 mil millones de parámetros 
y una instancia ml.g5. Puede modificarlo para que funcione con otras variantes de modelos T5 y 
tipos de instancias. Sustituya el texto en cursiva del marcador de los ejemplos por su propia 
información.
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Imagen de contenedor de inferencia de modelos de gran tamaño con backend para DJL Serving 
FasterTransformer

Los DLC de LMI están disponibles como imágenes de Docker en Amazon Elastic Container Registry 
(Amazon ECR). Estos contenedores incluyen los componentes, las bibliotecas y los controladores 
necesarios para alojar modelos de gran tamaño en la infraestructura de Amazon EC2 SageMaker 
o que la utilicen. Puede encontrar una lista de DLC de LMI en la sección de Inferencia de modelos 
grandes de la lista de DLC. Este tutorial utiliza el siguiente contenedor:

Marcos Tipo de trabajo CPU/GPU Opciones de 
versiones de 
Python

URL de ejemplo

DJL Serving 
0.23.0 con 
FasterTra 
nsformer 5.3, 
Hugging Face 
Transformers 
4.30.1.

Inferencia GPU 3.9 (py39) 763104351 
884.dkr.ecr.us-
west-2.amazo 
naws.com/djl-
inference:0.23.0-
fastertransform 
er5.3.0-cu118

Los DLC de LMI se actualizan y prueban periódicamente. SageMaker Puede hacer referencia 
directamente a estas URL de imágenes de Docker cuando aloje en SageMaker ellas y seleccionar el 
contenedor que mejor se adapte a sus necesidades. Cada imagen de DLC de LMI incluye Accelerate 
DeepSpeed, Transformers y DJL Serving.

Preparación de los artefactos de su modelo

Los DLC de LMI utilizan DJL Serving para servir su modelo a modo de inferencia. Debe 
configurar DJL Serving y empaquetar su modelo en un formato compatible con DJL Serving y. 
FasterTransformer

1. Cree un archivo serving.properties de configuración para indicar a DJL Serving qué 
bibliotecas de optimización de inferencias y paralelización de modelos desea utilizar.

engine=FasterTransformer
option.tensor_parallel_degree=2
option.model_id=google/flan-t5-xl
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option.dtype=fp32

Para obtener una lista completa de las opciones de configuración, consulte Configuraciones 
y ajustes. En la siguiente lista, se describen algunas de las opciones utilizadas en el anterior 
ejemplo.

• option.tensor_parallel_degree — Esta opción especifica el número de particiones de 
parelelismo tensor realizadas en el modelo.

• option.model_id – El valor de esta opción es el Hugging Face ID de un modelo o la URL 
S3 de los artefactos del modelo. DJL Serving utiliza este valor para descargar el modelo 
desde Hugging Face o desde la URL de S3.

• option.dtype — Esta opción especifica el tipo de datos con el que desea realizar la 
inferencia.

2. Cree un script de model.py controlador con un handle método que DJL Serving invocará 
cuando reciba las solicitudes de inferencia. Este tutorial utiliza el siguiente model.py:

import fastertransformer as ft
from djl_python import Input, Output
from transformers import AutoTokenizer
import logging
import os

model = None

def load_model(properties): 
    model_name = properties["model_id"] 
    tensor_parallel_degree = int(properties["tensor_parallel_degree"]) 
    pipeline_parallel_degree = 1 
    dtype = properties["dtype"] 
     
    logging.info(f"Loading model: {model_name}") 
    # Initialilizing model with FasterTransformer 
    model = ft.init_inference(model_name, tensor_parallel_degree, 
    pipeline_parallel_degree, dtype) 
    return model

def handle(inputs: Input): 
    global model 
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    if not model: 
        model = load_model(inputs.get_properties()) 
     
    if inputs.is_empty(): 
        # Model server makes an empty call to warmup the model on startup 
        return None 
     
    data = inputs.get_as_json() 
    input_text = data["text"] 
    result = model.pipeline_generate(input_text) 
     
    return Output().add(result) 
                 

3. Empaquete los artefactos de su modelo en un archivo .tar comprimido. DJL Serving espera que 
los artefactos del modelo estén empaquetados y formateados de una manera específica. Para 
ello, en este ejemplo se utiliza la siguiente estructura de directorios.

 - deepspeed-gptj # root directory 
    - serving.properties             
    - model.py # your custom handler file, if you choose not to use the handlers 
 provided with DJL Serving

El directorio raíz contiene los archivos serving.properties y model.py. El siguiente 
fragmento de código empaqueta los artefactos del modelo en un archivo .tar comprimido.

mkdir fastertransformer-t5
cp serving.properties fastertransformer-t5/
cp model.py fastertransformer-t5/
tar -czvf fastertransformer-t5.tar.gz fastertransformer-t5/
aws s3 cp fastertransformer-t5.tar.gz s3://djl-sm-test/tutorial/

Implemente el modelo mediante el SDK SageMaker

Este ejemplo se utiliza SageMaker para gestionar el proceso de implementación del modelo de 
principio a fin en un punto final de inferencia.

1. Cree una SageMaker sesión.

import boto3
import sagemaker
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aws_region = "aws-region"
sagemaker_session = 
 sagemaker.Session(boto_session=boto3.Session(region_name=aws_region))

2. Crea un modelo en SageMaker.

from sagemaker.model import Model
from sagemaker import image_uris, get_execution_role

role = get_execution_role()

def create_model(model_name, model_s3_url): 
    image_uri = "763104351884.dkr.ecr.us-west-2.amazonaws.com/djl-inference:0.23.0-
fastertransformer5.3.0-cu118"       
    model = Model( 
        image_uri=image_uri, 
        model_data=model_s3_url, 
        role=role, 
        name=model_name, 
        sagemaker_session=sagemaker_session, 
    ) 
    return model

La instancia g5.12xlarge tiene 4 GPU Nvidia A10G. El serving.properties en
Preparación de los artefactos de su modelo especificó un grado de paralelismo tensor de 2. DJL 
Serving carga automáticamente 2 copias del modelo con 2 particiones de parelelismo tensor 
para utilizar las 4 GPU de la instancia. Esto duplica el rendimiento.

3. Implemente la aplicación en una instancia g5.12xlarge.

from sagemaker import serializers, deserializers

def deploy_model(model, _endpoint_name): 
    model.deploy( 
        initial_instance_count=1, 
        instance_type="ml.g5.12xlarge", 
        endpoint_name=_endpoint_name 
    ) 
    predictor = sagemaker.Predictor( 
        endpoint_name=_endpoint_name, 
        sagemaker_session=sagemaker_session, 
        serializer=serializers.JSONSerializer(), 
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        deserializer=deserializers.JSONDeserializer() 
    ) 
    return predictor

4. Haga una predicción

_model_name = "ft-flan-t5-xl"
_model_s3_url = "s3://djl-sm-test/tutorial/fastertransforemer-t5.tar.gz"
_endpoint_name="ft-flan-t5-xl"

model = create_model(_model_name, _model_s3_url)
predictor = deploy_model(model, _endpoint_name)
print(predictor.predict( 
            {  
                "text" : ["translate English to German: The house is wonderful."], 
            }
))

5. Reduzca los recursos

predictor.delete_endpoint(delete_endpoint_config=True)

Inferencia de modelos grandes con TorchServe

En este tutorial se muestra cómo implementar modelos grandes y realizar inferencias en Amazon 
SageMaker sin TorchServe GPU. En este ejemplo, se implementa el modelo OPT-30b en una 
instancia ml.g5. Puede modificarlo para que funcione con otros modelos y tipos de instancias. En el 
ejemplo, sustituya italicized placeholder text por su propia información.

TorchServe es una potente plataforma abierta para la inferencia de modelos distribuidos de gran 
tamaño. Al ser compatible con bibliotecas populares PyTorch, como PiPPY nativa y HuggingFace 
Accelerate DeepSpeed, ofrece API de manejo uniformes que mantienen la coherencia en todos los 
escenarios de inferencia de modelos distribuidos de gran tamaño y no distribuidos. Para obtener más 
información, consulte la extensa documentación TorchServede inferencia de modelos.

Contenedores de aprendizaje profundo con TorchServe

Para implementar un modelo grande con TorchServe uno SageMaker, puede usar uno de los 
contenedores de aprendizaje SageMaker profundo (DLC). De forma predeterminada, TorchServe 
está instalado en todos los AWS PyTorch DLC. Durante la carga del modelo, TorchServe puede 
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instalar bibliotecas especializadas diseñadas para modelos grandes, como PiPPY, Deepspeed y 
Accelerate.

En la siguiente tabla se muestran todos los SageMaker DLC con. TorchServe

Categoría DLC Marcos Hardware URL de ejemplo

SageMaker 
Framework: 
contenedores

PyTorch 2.0.0+ CPU, GPU 763104351884.dkr.e 
cr.us-east-1.amazo 
naws.com/pytorch-i 
nference:2.0.1-gpu-
py310-cu118-ubunt 
u20.04-sagemaker

SageMaker 
Contenedores 
Framework Graviton

PyTorch 2.0.0+ CPU 763104351884.dkr. 
ecr.us-east-1.amaz 
onaws.com /:2.0.1-c 
pu-py310-ubuntu20. 
04-sagemaker 
pytorch-inference- 
graviton

Contenedores 
de inferencias de 
StabilityAI

PyTorch 2.0.0+ GPU 763104351884.dkr. 
ecr.us-east-1.amaz 
onaws.com /:2.0.1-s 
gm0.1.0-gpu-py310- 
cu118-ubuntu20.04- 
sagemaker stabilityai-
pytorch-inference

Contenedores Neuron PyTorch 1.13.1 Neuronx 763104351884.dkr. 
ecr.us-west-2.amaz 
onaws.com /:1.13.1- 
neuron-py310-sdk2. 
12.0-ubuntu20.04 
pytorch-inference- 
neuron
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Introducción

Antes de implementar el modelo, complete los requisitos previos. También se pueden configurar los 
parámetros del modelo y personalizar el código del controlador.

Requisitos previos

Antes de comenzar, compruebe que cumple los siguientes requisitos previos:

1. Asegúrese de tener acceso a una AWS cuenta. Configure su entorno para que AWS CLI pueda 
acceder a su cuenta a través de un usuario de AWS IAM o un rol de IAM. Recomendamos 
utilizar un rol de IAM. Para realizar pruebas en su cuenta personal, puede asociar las siguientes 
políticas de permisos gestionados al rol de IAM:

• Amazon EC2 ContainerRegistryFullAccess

• Amazon EC2 FullAccess

• AWSServiceRoleForAmazonEKSNodegroup

• AmazonSageMakerFullAccess

• Amazon S3 FullAccess

Para obtener información sobre cómo asociar políticas de IAM a un rol, consulte Incorporación y 
eliminación de permisos de identidad de IAM en la AWS Guía del usuario de IAM.

2. Configure sus dependencias de forma local, como se muestra en los siguientes ejemplos.

a. Instale la versión 2 de la AWS CLI:

# Install the latest AWS CLI v2 if it is not installed
!curl "https://awscli.amazonaws.com/awscli-exe-linux-x86_64.zip" -o 
 "awscliv2.zip" !unzip awscliv2.zip
#Follow the instructions to install v2 on the terminal
!cat aws/README.md

b. La instalación SageMaker y el cliente Boto3:

# If already installed, update your client
#%pip install sagemaker pip --upgrade --quiet
!pip install -U sagemaker
!pip install -U boto
!pip install -U botocore
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!pip install -U boto3

Configure los ajustes y los parámetros del modelo

TorchServe usa torchrun para configurar el entorno distribuido para el procesamiento paralelo de 
modelos. TorchServe tiene la capacidad de admitir a varios trabajadores en un modelo grande. 
De forma predeterminada, TorchServe utiliza un algoritmo por turnos para asignar las GPU a un 
trabajador de un host. En el caso de inferencias de modelos grandes, la cantidad de GPU asignadas 
a cada trabajador se calcula automáticamente en función de la cantidad de GPU especificada en el 
archivo model_config.yaml. La variable de entorno CUDA_VISIBLE_DEVICES, que especifica los 
ID de los dispositivos de GPU que están visibles en un momento específico, se establece en función 
de este número.

Por ejemplo, supongamos que hay ocho GPU en un nodo y un trabajador necesita cuatro GPU 
en un nodo (nproc_per_node=4). En este caso, TorchServe asigna cuatro GPU al primer 
trabajador (CUDA_VISIBLE_DEVICES="0,1,2,3") y cuatro GPU al segundo trabajador ().
CUDA_VISIBLE_DEVICES="4,5,6,7”

Además de este comportamiento predeterminado, TorchServe proporciona a los usuarios la 
flexibilidad de especificar las GPU para un trabajador. Por ejemplo, si estableces la variable
deviceIds: [2,3,4,5] en el archivo YAML de configuración del modelo y la estableces y, a 
continuaciónnproc_per_node=2, la TorchServe asignas CUDA_VISIBLE_DEVICES=”2,3” al 
primer elemento de trabajo y CUDA_VISIBLE_DEVICES="4,5” al segundo elemento de trabajo.

En el siguiente model_config.yaml ejemplo, configuramos tanto los parámetros de front-end 
como de back-end correspondientes al modelo OPT-30b . Los parámetros de front-end configurados 
son parallelType, deviceType, deviceIds y torchrun. Para obtener información más 
detallada sobre los parámetros del front-end que puede configurar, consulte la documentación. 
PyTorch GitHub  La configuración de back-end se basa en un mapa YAML que permite una 
personalización de estilo libre. Para los parámetros de back-end, definimos la DeepSpeed 
configuración y los parámetros adicionales que se utilizan en el código de controlador personalizado.

# TorchServe front-end parameters
minWorkers: 1
maxWorkers: 1
maxBatchDelay: 100
responseTimeout: 1200
parallelType: "tp"
deviceType: "gpu"
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# example of user specified GPU deviceIds
deviceIds: [0,1,2,3] # sets CUDA_VISIBLE_DEVICES

torchrun: 
    nproc-per-node: 4

# TorchServe back-end parameters
deepspeed: 
    config: ds-config.json 
    checkpoint: checkpoints.json

handler: # parameters for custom handler code 
    model_name: "facebook/opt-30b" 
    model_path: "model/models--facebook--opt-30b/snapshots/
ceea0a90ac0f6fae7c2c34bcb40477438c152546" 
    max_length: 50 
    max_new_tokens: 10 
    manual_seed: 40

Personalización de controladores

TorchServe ofrece controladores básicos y utilidades de manejo para la inferencia de modelos 
grandes creados con bibliotecas populares. El siguiente ejemplo demuestra cómo la clase de 
controlador personalizada TransformersSeqClassifierHandleramplía BaseDeepSpeedHandlery 
utiliza las utilidades de controlador. Para ver un ejemplo de código completo, consulta el
custom_handler.pycódigo de la PyTorch GitHub documentación.

class TransformersSeqClassifierHandler(BaseDeepSpeedHandler, ABC): 
    """ 
    Transformers handler class for sequence, token classification and question 
 answering. 
    """ 

    def __init__(self): 
        super(TransformersSeqClassifierHandler, self).__init__() 
        self.max_length = None 
        self.max_new_tokens = None 
        self.tokenizer = None 
        self.initialized = False 

    def initialize(self, ctx: Context): 
        """In this initialize function, the HF large model is loaded and 
        partitioned using DeepSpeed. 

Tutoriales de LMI 4557

https://github.com/pytorch/serve/tree/master/ts/torch_handler/distributed
https://github.com/pytorch/serve/tree/master/ts/handler_utils
https://github.com/pytorch/serve/blob/master/ts/handler_utils/distributed/deepspeed.py
https://github.com/pytorch/serve/blob/ab69b69a59d6ca6074df7e6d4014f07eb48dedba/examples/large_models/deepspeed/custom_handler.py#L16C7-L16C39
https://github.com/pytorch/serve/blob/ab69b69a59d6ca6074df7e6d4014f07eb48dedba/ts/torch_handler/distributed/base_deepspeed_handler.py#L8
https://github.com/pytorch/serve/blob/master/ts/handler_utils/distributed/deepspeed.py
https://github.com/pytorch/serve/blob/master/ts/handler_utils/distributed/deepspeed.py
https://github.com/pytorch/serve/blob/master/examples/large_models/deepspeed/custom_handler.py


Amazon SageMaker Guía para desarrolladores

        Args: 
            ctx (context): It is a JSON Object containing information 
            pertaining to the model artifacts parameters. 
        """ 
        super().initialize(ctx) 
        model_dir = ctx.system_properties.get("model_dir") 
        self.max_length = int(ctx.model_yaml_config["handler"]["max_length"]) 
        self.max_new_tokens = int(ctx.model_yaml_config["handler"]["max_new_tokens"]) 
        model_name = ctx.model_yaml_config["handler"]["model_name"] 
        model_path = ctx.model_yaml_config["handler"]["model_path"] 
        seed = int(ctx.model_yaml_config["handler"]["manual_seed"]) 
        torch.manual_seed(seed) 

        logger.info("Model %s loading tokenizer", ctx.model_name) 

        self.tokenizer = AutoTokenizer.from_pretrained(model_name) 
        self.tokenizer.pad_token = self.tokenizer.eos_token 
        config = AutoConfig.from_pretrained(model_name) 
        with torch.device("meta"): 
            self.model = AutoModelForCausalLM.from_config( 
                config, torch_dtype=torch.float16 
            ) 
        self.model = self.model.eval() 

        ds_engine = get_ds_engine(self.model, ctx) 
        self.model = ds_engine.module 
        logger.info("Model %s loaded successfully", ctx.model_name) 
        self.initialized = True 

    def preprocess(self, requests): 
        """ 
        Basic text preprocessing, based on the user's choice of application mode. 
        Args: 
            requests (list): A list of dictionaries with a "data" or "body" field, each 
                            containing the input text to be processed. 
        Returns: 
            tuple: A tuple with two tensors: the batch of input ids and the batch of 
                attention masks. 
        """ 

    def inference(self, input_batch): 
        """ 
        Predicts the class (or classes) of the received text using the serialized 
 transformers 
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        checkpoint. 
        Args: 
            input_batch (tuple): A tuple with two tensors: the batch of input ids and 
 the batch 
                                of attention masks, as returned by the preprocess 
 function. 
        Returns: 
            list: A list of strings with the predicted values for each input text in 
 the batch. 
        """ 
         
    def postprocess(self, inference_output): 
        """Post Process Function converts the predicted response into Torchserve 
 readable format. 
        Args: 
            inference_output (list): It contains the predicted response of the input 
 text. 
        Returns: 
            (list): Returns a list of the Predictions and Explanations. 
        """

Preparación de los artefactos de su modelo

Antes de implementar el modelo SageMaker, debe empaquetar los artefactos del modelo. Para 
modelos grandes, le recomendamos que utilice la PyTorch torch-model-archiverherramienta con 
el argumento--archive-format no-archive, ya que evita la compresión de los artefactos 
del modelo. El siguiente ejemplo guarda todos los artefactos del modelo en una nueva carpeta 
denominada opt/.

torch-model-archiver --model-name opt --version 1.0 --handler custom_handler.py --
extra-files ds-config.json -r requirements.txt --config-file opt/model-config.yaml --
archive-format no-archive

Una vez creada la opt/ carpeta, descargue el modelo OPT-30b a la carpeta mediante la 
herramienta Download_model. PyTorch

cd opt
python path_to/Download_model.py --model_path model --model_name facebook/opt-30b --
revision main

Por último, cargue los artefactos del modelo en un bucket de Amazon S3.
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aws s3 cp opt {your_s3_bucket}/opt --recursive

Ahora debería tener los artefactos del modelo almacenados en Amazon S3 que estén listos para 
implementarse en un SageMaker punto final.

Implemente el modelo mediante el SDK de SageMaker Python

Después de preparar los artefactos del modelo, puede implementarlo en un punto final de 
SageMaker alojamiento. En esta sección se describe cómo implementar un único modelo grande 
en un punto de conexión y realizar predicciones de respuesta en transmisión. Para obtener más 
información sobre la transmisión de las respuestas desde los puntos de conexión, consulte Invocar 
puntos de conexión en tiempo real.

Para implementar el modelo, siga los pasos que se describen a continuación:

1. Cree una SageMaker sesión, como se muestra en el siguiente ejemplo.

import boto3
import sagemaker
from sagemaker import Model, image_uris, serializers, deserializers

boto3_session=boto3.session.Session(region_name="us-west-2")
smr = boto3.client('sagemaker-runtime-demo')
sm = boto3.client('sagemaker')
role = sagemaker.get_execution_role()  # execution role for the endpoint
sess= sagemaker.session.Session(boto3_session, sagemaker_client=sm, 
 sagemaker_runtime_client=smr)  # SageMaker session for interacting with different 
 AWS APIs
region = sess._region_name  # region name of the current SageMaker Studio Classic 
 environment
account = sess.account_id()  # account_id of the current SageMaker Studio Classic 
 environment

# Configuration:
bucket_name = sess.default_bucket()
prefix = "torchserve"
output_path = f"s3://{bucket_name}/{prefix}"
print(f'account={account}, region={region}, role={role}, 
 output_path={output_path}')

2. Cree un modelo sin comprimir en SageMaker, como se muestra en el siguiente ejemplo.
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from datetime import datetime

instance_type = "ml.g5.24xlarge"
endpoint_name = sagemaker.utils.name_from_base("ts-opt-30b")
s3_uri = {your_s3_bucket}/opt

model = Model( 
    name="torchserve-opt-30b" + datetime.now().strftime("%Y-%m-%d-%H-%M-%S"), 
    # Enable SageMaker uncompressed model artifacts 
    model_data={ 
        "S3DataSource": { 
                "S3Uri": s3_uri, 
                "S3DataType": "S3Prefix", 
                "CompressionType": "None", 
        } 
    }, 
    image_uri=container, 
    role=role, 
    sagemaker_session=sess, 
    env={"TS_INSTALL_PY_DEP_PER_MODEL": "true"},
)
print(model)

3. Implemente el modelo en una instancia de Amazon EC2, como se muestra en el siguiente 
ejemplo.

model.deploy( 
    initial_instance_count=1, 
    instance_type=instance_type, 
    endpoint_name=endpoint_name, 
    volume_size=512, # increase the size to store large model 
    model_data_download_timeout=3600, # increase the timeout to download large 
 model 
    container_startup_health_check_timeout=600, # increase the timeout to load 
 large model
)

4. Inicie una clase para procesar la respuesta de transmisión, como se muestra en el siguiente 
ejemplo.

import io
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class Parser: 
    """ 
    A helper class for parsing the byte stream input.  
     
    The output of the model will be in the following format: 
    ``` 
    b'{"outputs": [" a"]}\n' 
    b'{"outputs": [" challenging"]}\n' 
    b'{"outputs": [" problem"]}\n' 
    ... 
    ``` 
     
    While usually each PayloadPart event from the event stream will contain a byte 
 array  
    with a full json, this is not guaranteed and some of the json objects may be 
 split across 
    PayloadPart events. For example: 
    ``` 
    {'PayloadPart': {'Bytes': b'{"outputs": '}} 
    {'PayloadPart': {'Bytes': b'[" problem"]}\n'}} 
    ``` 
     
    This class accounts for this by concatenating bytes written via the 'write' 
 function 
    and then exposing a method which will return lines (ending with a '\n' 
 character) within 
    the buffer via the 'scan_lines' function. It maintains the position of the last 
 read  
    position to ensure that previous bytes are not exposed again.  
    """ 
     
    def __init__(self): 
        self.buff = io.BytesIO() 
        self.read_pos = 0 
         
    def write(self, content): 
        self.buff.seek(0, io.SEEK_END) 
        self.buff.write(content) 
        data = self.buff.getvalue() 
         
    def scan_lines(self): 
        self.buff.seek(self.read_pos) 
        for line in self.buff.readlines(): 
            if line[-1] != b'\n': 
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                self.read_pos += len(line) 
                yield line[:-1] 
                 
    def reset(self): 
        self.read_pos = 0

5. Pruebe una predicción de respuesta de transmisión, como se muestra en el siguiente ejemplo.

import json

body = "Today the weather is really nice and I am planning on".encode('utf-8')
resp = smr.invoke_endpoint_with_response_stream(EndpointName=endpoint_name, 
 Body=body, ContentType="application/json")
event_stream = resp['Body']
parser = Parser()
for event in event_stream: 
    parser.write(event['PayloadPart']['Bytes']) 
    for line in parser.scan_lines(): 
        print(line.decode("utf-8"), end=' ')

Ahora ha implementado su modelo en un SageMaker punto final y debería poder invocarlo para 
obtener respuestas. Para obtener más información sobre los puntos finales SageMaker en tiempo 
real, consulte. Alojar un solo modelo

Recursos adicionales para comenzar

Para obtener más información sobre el uso de los SageMaker DLC de LMI, consulte los siguientes 
recursos:

• Blog: Mejore el rendimiento de los modelos Llama 2 con Amazon SageMaker

• Blog: Mejore el rendimiento de los modelos Falcon con Amazon SageMaker

• Blog: Cree una aplicación de IA image-to-text generativa utilizando modelos multimodales en 
Amazon SageMaker

• Blog: Implemente modelos de lenguaje de gran tamaño en AWS Inferentia2 mediante 
contenedores de inferencia de modelos de gran tamaño

• Blog: Implemente BLOOM-176B y OPT-30B en Amazon con Deep Learning Containers de 
SageMaker inferencia de modelos grandes y DeepSpeed

• Blog: Implemente modelos grandes en Amazon SageMaker con DJL Serving y DeepSpeed modele 
la inferencia paralela
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https://aws.amazon.com/blogs/machine-learning/deploy-large-language-models-on-aws-inferentia2-using-large-model-inference-containers/
https://aws.amazon.com/blogs/machine-learning/deploy-large-language-models-on-aws-inferentia2-using-large-model-inference-containers/
https://aws.amazon.com/blogs/machine-learning/deploy-bloom-176b-and-opt-30b-on-amazon-sagemaker-with-large-model-inference-deep-learning-containers-and-deepspeed/
https://aws.amazon.com/blogs/machine-learning/deploy-bloom-176b-and-opt-30b-on-amazon-sagemaker-with-large-model-inference-deep-learning-containers-and-deepspeed/
https://aws.amazon.com/blogs/machine-learning/deploy-large-models-on-amazon-sagemaker-using-djlserving-and-deepspeed-model-parallel-inference/
https://aws.amazon.com/blogs/machine-learning/deploy-large-models-on-amazon-sagemaker-using-djlserving-and-deepspeed-model-parallel-inference/
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• Cuadernos de ejemplo: AWS SageMaker repositorio de ejemplos. GitHub

Configuraciones y ajustes

En las siguientes secciones se describen las opciones de configuración que puede utilizar dentro del
serving.properties archivo.

Configuración general de DJL Serving

La siguiente tabla identifica las opciones de configuración generales de DJL Serving que puede 
utilizar serving.properties, independientemente del controlador que elija.

Parámetros comunes

Elemento Obligatoria Descripción Ejemplo de valor

engine Sí El motor de tiempo de 
ejecución del código. 
MPI es un motor que 
permite al servidor 
de modelos iniciar 
procesos distribui 
dos para cargar el 
modelo. Se utiliza 
en algunos de los 
marcos compatibles 
con el LMI.

A partir de la versión 
0.25.0, TRTLLM, LMI-
Dist y los DeepSpeed 
marcos utilizan el 
motor MPI. vLLM, X, 
TransformersNeuron 
Optimum Neuron y 
Accelerate utilizan 
el motor Python. 
HuggingFace

PythonDeepSpeed
,, (obsoleto) MPI
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Elemento Obligatoria Descripción Ejemplo de valor

option.mo 
del_dir

No La ruta del directori 
o para cargar el 
modelo. El valor 
predeterminado es 
la ruta actual con los 
archivos del modelo. 
SageMakerActivado, 
se establece en la 
ubicación en la que se 
SageMaker descarga 
el objeto modelo de 
Amazon S3.

Predeterminado: /
opt/djl/ml

option.model_id No El valor de esta 
opción será el 
Hugging Face ID de 
un modelo o la URL 
S3 de los artefacto 
s del modelo. DJL 
Serving utilizará el 
ID para descargar 
el modelo desde 
Hugging Face o 
desde la URL de S3. 
DJL Serving utiliza 
s5cmd para descargar 
el modelo desde el 
depósito, lo que suele 
ser más rápido

google/flan-
t5-xl, s3://
<my-bucket>/g 
oogle/flan-t5-
xl

Valor predeterminado: 
none
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Elemento Obligatoria Descripción Ejemplo de valor

option.dtype No El tipo de datos al 
que planea convertir 
el modelo. El valor 
predeterminado es 
fp16. También puedes 
configurar bf16 si 
utilizas máquinas 
GPU G5, P4D o más 
recientes.

fp16,,fp32, int8
(solo se usa bf16 en 
LMI-Dist)

option.te 
nsor_para 
llel_degree

No El número de 
GPU (número de 
segmentación 
del modelo) para 
fragmentar el modelo. 
Si utilizas LLM, debes 
establecer este valor 
para lograr el mejor 
rendimiento. Si no 
sabe cuál debe ser 
el valor, empiece por 
«máximo» (divida 
el modelo según el 
número máximo de 
GPU de la máquina).

Predeterminado 
para DeepSpeed 
Transformer-Neuron 
X: 1

Predeterminado 
para Accelerate: -1 
HuggingFace

Predeterminado para 
el contenedor TrtLLM: 
max
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Elemento Obligatoria Descripción Ejemplo de valor

option.ro 
lling_batch

No También se conoce 
comúnmente como 
procesamiento 
continuo por lotes. 
Permite el procesami 
ento por lotes a nivel 
de iteración mediante 
una de las estrategi 
as compatibles. 
Esto permite que las 
solicitudes simultáne 
as que llegaron en 
momentos diferentes 
se fusionen en un lote 
para realizar inferenci 
as con el servidor 
modelo.

El DeepSpeed 
contenedor está 
deshabilitado de 
forma predeterm 
inada, dado que hay 
muchas opciones de 
backends.

Para el contenedo 
r TensorRT, la 
rotación por lotes está 
habilitada de forma 
predeterminada.

En el caso de 
TransformersNeuron 
X, esta opción está 

DeepSpeed 
contenedo 
r:auto,scheduler

,lmi-dist,vllm,
deepspeed

Contenedor Neuron:
auto

Contenedor TRTLLM:
trtllm
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Elemento Obligatoria Descripción Ejemplo de valor

desactivada de forma 
predeterminada.
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Elemento Obligatoria Descripción Ejemplo de valor

option.ma 
x_rolling 
_batch_size

No El número máximo 
de solicitudes o lotes 
simultáneos que 
puede aceptar el 
modelo. El servidor 
del modelo alimentar 
á los procesos 
de Python para 
<max_rolling_batch 
_size>evitar el OOM 
de la GPU. El cliente 
aún puede enviar más 
solicitudes al servidor 
modelo. Más de las 
solicitudes <max_roll 
ing_batch_size>se 
pondrán en cola y se 
enviarán a Python 
hasta que finalicen.

Nota: Se trata de 
una configuración 
específica del modelo. 
Si optas <max_roll 
ing_batch_size>por 
el modelo A y hay N 
copias del modelo A 
dentro del contenedo 
r. De este modo, 
el servidor modelo 
puede gestionar hasta 
<max_rolling_batch 
_size>x N solicitudes.

Predeterminado: 
32 (para todos los 
motores excepto 
DeepSpeed)

Predeterminado: 4 
(para DeepSpeed)
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Parámetros avanzados

Elemento Obligatoria Descripción Ejemplo de valor

option.tr 
ust_remot 
e_code

No trueConfigúre 
lo para usar un 
modelo Hugging 
Face Hub con código 
personalizado. Hemos 
establecido un valor 
predeterminado
false para evitar la 
ejecución de código 
malicioso desde 
Hugging Face Hub.

Predeterminado:
false

option.revision No Usa una versión en 
particular o confirma 
el hash de un modelo 
de Hugging Face Hub

Valor predeterminado: 
none

option.en 
tryPoint

Opción. Punto de 
entrada

Define qué controlad 
or de carga de 
modelos integrado 
se debe utilizar. 
También puede usar 
un controlador de 
modelos personali 
zado (model.py) en el 
directorio de modelos. 
Especifíquelo como 
djl_python. <prebuilt 
handler>o la ruta a su 
controlador personali 
zado.

Los diferentes DLC 
que ofrecemos 

djl_pytho 
n.deepspe 
ed , djl_pytho 
n.hugging 
face , djl_pytho 
n.transfo 
rmers_neu 
ronx , djl_pytho 
n.tensorr 
t_llm , djl_pytho 
n.stable_ 
diffusion
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Elemento Obligatoria Descripción Ejemplo de valor

eligen el punto de 
entrada para ti. Por 
ejemplo, si usas el 
DLC TensorRTLLM, 
este usa djl_pytho 
n.tensorrt_llm

option.pa 
rallel_loading

No Carga los trabajado 
res en paralelo y 
reduce el tiempo de 
carga del modelo si 
este puede caber en 
la memoria de la CPU 
con varios procesos.

Nota: Si está 
cargando N copias 
del modelo al mismo 
tiempo, el pico de 
memoria de la CPU 
puede llegar a N x 
model_size y provocar 
un OOM en la CPU.

Predeterminado:
false
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Elemento Obligatoria Descripción Ejemplo de valor

option.mo 
del_loadi 
ng_timeout

No Establece el límite de 
tiempo que el modelo 
puede cargarse antes 
de que se agote el 
tiempo de espera 
del servidor del 
modelo. El tiempo 
predeterminado es de 
30 minutos (1800 s).

<model_loading_tim 
eout>Si estás usando 
on SageMaker y 
esperas que el 
modelo tarde más 
en cargarse, también 
deberías activar 
container_startup_ 
health_check_timeo 
ut= SageMaker

Predeterminado:
1800
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Elemento Obligatoria Descripción Ejemplo de valor

job_queue_size No Especifica el tamaño 
de la cola de trabajos 
a nivel de modelo. 
La cola de trabajos 
se suele utilizar para 
gestionar solicitud 
es simultáneas 
que van más allá 
de lo que puede 
aceptar el servidor de 
modelos de backend. 
<job_queue_size>El 
servidor modelo 
pondrá en cola las 
solicitudes hasta.

Predeterminado:
1000

option.ou 
tput_formatter

No Úselo solo si
option.ro 
lling_batch
está activado. Define 
el formato de salida 
que se enviará al 
servidor de modelos 
como resultado. Si no 
se establece ningún 
valor, devolvemos 
JSON en fichas.

json, jsonlines

Predeterminado:
json
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Elemento Obligatoria Descripción Ejemplo de valor

option.en 
able_streaming
(En desuso desde la 
versión 0.25.0)

No A partir de la versión 
0.25.0, empezamos a 
dejar de utilizar este 
parámetro. Habilita 
la transmisión de 
respuestas para el 
procesamiento por 
lotes estático. Se 
utiliza huggingfa 
ce  para habilitar 
HuggingFace una 
salida de streaming 
similar.

RollingBatch ya 
realiza la transmisión 
de tokens de forma 
predeterminada. 
Establecer este valor 
para no RollingBatch 
tiene ningún efecto.

false, true,
huggingface

Parámetros avanzados: procesamiento por lotes dinámico

Elemento Obligatoria Descripción Ejemplo de valor

batch_size No Procesamiento por 
ynamic-request-
level lotes. Esto se 
usa comúnmente 
en la inferencia no 
textual para esperar 
a que lleguen las 
solicitudes para crear 
un lote. Ayuda a 

Valor predeterminado: 
1
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Elemento Obligatoria Descripción Ejemplo de valor

gestionar las solicitud 
es simultáneas de 
forma más eficiente. 
El procesamiento por 
lotes dinámico no se 
puede utilizar con el 
procesamiento por 
lotes continuo, dado 
que son algoritmo 
s de procesamiento 
por lotes diferente 
s definidos por el 
servidor modelo.

option.ma 
x_batch_delay

No El retraso máximo 
para la agregación 
de lotes en milisegun 
dos. Esperaremos 
<max_batch_delay>m 
ilisegundos para 
recopilar las solicitud 
es de un <batch_si 
ze>tamaño similar y 
enviarlas al servidor 
modelo.

Predeterminado: 100

option.ma 
x_idle_time

No El tiempo máximo 
de inactividad en 
segundos antes 
de que se reduzca 
el subproceso de 
trabajo.

Predeterminado: 60
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Configuración del controlador Hugging Face

Si utiliza el controlador Hugging Face proporcionado por DJL Serving, puede configurar las opciones 
de la siguiente tabla en serving.properties.

Parámetros comunes

Elemento Obligatoria Descripción Ejemplo de valor

option.de 
vice_map

No Permite ajustar el 
modelo a varias GPU.

auto, balanced,
balanced_low_0 ,
sequential

Predeterminado:
auto si tp > 0 y hay 
dispositivos cuda 
disponibles

option.lo 
w_cpu_mem 
_usage

No Reduce el uso de 
memoria de la CPU 
al cargar modelos. Es 
recomendable que 
defina esto en TRUE.

TRUE

option.quantize No Cuantifique el modelo 
con los métodos 
de cuantificación 
compatibles.

bitsandbytes4 ,
bitsandbytes8

Valor predeterminado: 
none

bitsandbytes4 es 
equivalente a la
load_in_4bit
opción.

option.task No La tarea utilizada en 
Hugging Face para 
diferentes canalizac 
iones.

text-generation
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Parámetros avanzados

Elemento Obligatoria Descripción Ejemplo de valor

option.de 
coding_st 
rategy

No Especifica el método 
de decodificación 
para la búsqueda por 
muestreo, codiciosa y 
contrastante.

sample, greedy,
contrastive

Predeterminado:
greedy

option.di 
sable_fla 
sh_attn

No Se usa para alternar 
entre usar huggingfa 
ce flash_attention o 
no. Ten en cuenta 
que el acolchado 
puede afectar la 
atención del flash 
Huggingface.

Predeterminado:
true

option.lo 
ad_in_4bit (En 
desuso desde la 
versión 0.25.0)

No Utiliza la cuantific 
ación de bits y bytes. 
Solo es compatible 
con ciertos modelos.

Obsoleto. En su lugar, 
use option.qu 
antize=bi 
tsandbytes4 .

Predeterminado:
false

option.lo 
ad_in_8bit (En 
desuso desde la 
versión 0.25.0)

No Utiliza la cuantific 
ación de bits y bytes. 
Solo es compatible 
con ciertos modelos.

Obsoleto. En su lugar, 
use option.qu 
antize=bi 
tsandbytes8 .

Predeterminado:
false

option.ma 
x_sparsity

No Se utiliza en el 
mecanismo de 
umbral de máxima 
dispersión. Limita la 

0.01, 0.5

Predeterminado:
0.33
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Elemento Obligatoria Descripción Ejemplo de valor

dispersión máxima 
en la secuencia de 
símbolos causada por 
el relleno.

option.ma 
x_splits

No Se utiliza en el 
mecanismo de umbral 
de máxima dispersió 
n. Limita el número 
máximo de divisione 
s por lotes, donde 
cada división tiene 
su propia llamada de 
inferencia.

1, 5

Predeterminado: 3

Configuración del controlador LMI-Dist

Si utiliza LMI-dist para la opción de lotes continuos con DJL Serving, puede configurar las opciones 
de la siguiente tabla en. serving.properties

Parámetros comunes

Elemento Obligatoria Descripción Ejemplo de valor

option.quantize No Utilice la <option.q 
uantize>tecnología de 
cuantización con el 
modelo. gptq quantize 
requiere cargar un 
modelo gptq.

bitsandbytes está 
en desuso. Utilice 
bitsandbytes8 en 
su lugar. Ambas 
opciones son iguales.

bitsandbytes8 ,
gptq

Predeterminado:
None
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Parámetros avanzados

Elemento Obligatoria Descripción Ejemplo de valor

option.pa 
ged_attention

No PagedAttention 
Úselo o no. El valor 
predeterminado 
es usar siempre. 
Desactívela si planea 
ejecutar una arquitect 
ura de GPU G4 o 
anterior

Predeterminado:
true

option.ma 
x_rolling 
_batch_pr 
efill_tokens (En 
desuso desde la 
versión 0.25.0)

No Limita la cantidad de 
tokens de almacenam 
iento en caché. Esto 
debe ajustarse en 
función del tamaño 
del lote y la longitud 
de la secuencia de 
entrada para evitar 
el OOM de la GPU. 
Actualmente estamos 
calculando el mejor 
valor para usted. A 
partir de 0,25,0, ya no 
es necesario.

<max_rolling_batch 
_prefill_tokens>Si 
aún planea calcular 
este valor manualmen 
te, use esta fórmula: 
(max_input_tokens + 
max_output_tokens) 
* batch_size =. 
Por ejemplo, 512 
entradas, 512 salidas 

Valor predeterminado: 
none
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Elemento Obligatoria Descripción Ejemplo de valor

y tamaño de lote 
16, establecerían 
16384. Establecer 
este valor no significa 
que tenga que enviar 
la entrada 512 y la 
salida 512. Aún puede 
hacer 1024 entradas 
y 512 salidas con un 
tamaño de lote de 
10 para su solicitud 
(16384/(1024+512)) = 
10.6

Configuración del controlador vLLM

Si utiliza vLLM para la opción de lotes continuos con DJL Serving, puede configurar las opciones de 
la siguiente tabla en. serving.properties

Elemento Obligatoria Descripción Ejemplo de valor

option.quantize No Cuantifique el modelo 
con los métodos 
de cuantificación 
compatibles

awq

Valor predeterminado: 
none

option.ma 
x_rolling 
_batch_pr 
efill_tokens

No Limita la cantidad de 
tokens de almacenam 
iento en caché. Esto 
debe ajustarse en 
función del tamaño 
del lote y la longitud 
de la secuencia de 
entrada para evitar 
el OOM de la GPU. 

Valor predeterminado: 
none
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Elemento Obligatoria Descripción Ejemplo de valor

Si no lo establece 
s, vLLm intentará 
encontrar un número 
adecuado que quepa.

<max_rolling_batch 
_prefill_tokens>Si 
aún planea calcular 
este valor manualmen 
te, use esta fórmula: 
(max_input_tokens + 
max_output_tokens) 
* batch_size =. 
Por ejemplo, 512 
entradas, 512 salidas 
y un tamaño de lote 
16 establecerían 
16384. Establecer 
este valor no significa 
que tenga que enviar 
la entrada 512 y la 
salida 512. Aún puede 
hacer 1024 entradas 
y 512 salidas con un 
tamaño de lote de 
10 para su solicitud 
(16384/(1024+512)) = 
10.6

DeepSpeed configuración del controlador

Si utiliza el DeepSpeed controlador proporcionado por DJL Serving, puede configurar las opciones 
de la siguiente tabla en. serving.properties
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Parámetros comunes

Elemento Obligatoria Descripción Ejemplo de valor

option.ma 
x_tokens

No Número total de 
fichas (entrada y 
salida) con las que 
DeepSpeed puede 
trabajar. La cantidad 
de tokens de salida 
es la diferencia entre 
la cantidad total de 
tokens y la cantidad 
de tokens de entrada. 
De forma predeterm 
inada, establecemos 
el valor en 1024. Si 
busca la generación 
de secuencias largas, 
puede que desee 
establecerla en un 
valor más alto, como 
2048 o 4096.

1024

option.quantize No Especifique esta 
opción para cuantific 
ar el modelo 
mediante los 
métodos de cuantific 
ación admitidos 
en. DeepSpeed 
SmoothQuant 
es nuestra oferta 
especial para 
proporcionar una 
cuantificación de 
mejor calidad.

dynamic_int8 ,
smoothquant
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Elemento Obligatoria Descripción Ejemplo de valor

option.task No La tarea utilizada 
en Hugging Face 
para diferentes 
canalizaciones. El 
valor predeterm 
inado es text-gene 
ration .

text-generation

Parámetros avanzados

Elemento Obligatoria Descripción Ejemplo de valor

option.ch 
eckpoint

No Ruta al archivo de 
puntos de control 
DeepSpeed compatibl 
e.

ds_infere 
nce_check 
point.json

option.en 
able_cuda 
_graph

No Activa la captura del 
gráfico CUDA del 
pase hacia adelante 
para acelerar.

TRUE

option.lo 
w_cpu_mem 
_usage

No Reduce el uso de 
memoria de la CPU 
al cargar modelos. Es 
recomendable que 
defina esto en TRUE.

TRUE

option.re 
turn_tuple

No Si las capas del 
transformador 
necesitan devolver 
una tupla o un tensor.

FALSE

option.sm 
oothquant 
_alpha

No Si se proporciona 
smoothquant en 
option.quantize, 

Cualquier valor 
flotante entre 0 y 1
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Elemento Obligatoria Descripción Ejemplo de valor

puede proporcionar 
este valor alfa. Si 
no lo proporciona, 
DeepSpeed elegirá 
uno para usted

option.tr 
aining_mp_size

No Si se entrenó el 
modelo DeepSpeed 
, esto indica el 
grado de paralelis 
mo tensorial con el 
que se entrenó el 
modelo. Puede ser 
diferente del grado 
de paralelismo del 
tensor deseado para 
la inferencia.

2

option.tr 
iangular_ 
masking

No Si se debe utilizar un 
enmascaramiento 
triangular para la 
máscara de atención. 
Esto es específico 
de la aplicación o del 
modelo.

FALSE

FasterTransformer configuración del controlador

Si utiliza el FasterTransformer controlador proporcionado por DJL Serving, puede configurar las 
opciones de la siguiente tabla en. serving.properties

Elemento Obligatoria Descripción Ejemplo de valor

option.mo 
del_dir

No La ruta del directori 
o para cargar el 

Predeterminado: /
opt/djl/ml
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Elemento Obligatoria Descripción Ejemplo de valor

modelo. El valor 
predeterminado es 
la ruta actual con los 
archivos del modelo.

option.model_id No Esto anula
option.mo 
del_dir  si está 
configurado. Se usa 
para descargar el 
modelo de Hugging 
Face o de un cubo S3

google/flan-
t5-xl, s3://my-b 
ucket/google/
flan-t5-xl

Valor predeterminado: 
none

Configuración del controlador Neuronx LMI

Si utiliza el controlador Neuronx LMI proporcionado por DJL Serving, puede configurar las opciones 
de la siguiente tabla en serving.properties.

Parámetros comunes

Elemento Obligatoria Descripción Ejemplo de valor

option.lo 
ad_in_8bit

No Especifique esta 
opción para cuantific 
ar el modelo mediante 
los métodos de 
cuantificación 
admitidos en X. 
TransformerNeuron

True, False

Predeterminado:
False

option.n_ 
positions

No Longitud máxima del 
token de entrada más 
salida por solicitud 
. Es posible que 
desee establecer 
este valor en un valor 

Predeterminado: 128
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Elemento Obligatoria Descripción Ejemplo de valor

mayor si planea hacer 
inferencias con fichas 
de entrada o salida 
largas.

Parámetros avanzados

Elemento Obligatoria Descripción Ejemplo de valor

option.co 
ntext_len 
gth_esitmate

No Longitud de entrada 
de contexto estimada 
para los modelos 
Llama. El cliente 
puede especificar 
diferentes tamaños de 
cubos para aumentar 
la reutilización de 
la caché KV. Esto 
ayudará a mejorar la 
latencia

Predeterminado:
None

option.lo 
ad_split_model

No Active esta opción
True cuando utilice 
artefactos del modelo 
que ya se hayan 
dividido para compilar 
o cargar neuronas.

Predeterminado:
False

option.lo 
w_cpu_mem 
_usage

No Reduce el uso de 
memoria de la CPU al 
cargar modelos.

Predeterminado:
false

option.ne 
uron_opti 
mize_level

No El nivel de optimizac 
ión del compilador en 
tiempo de ejecución 
de Neuron determina 

1, 2, 3

Predeterminado: 2
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Elemento Obligatoria Descripción Ejemplo de valor

el tipo de optimizac 
iones que se aplican 
durante la compilaci 
ón. Cuanto más 
alto sea el nivel de 
optimización, más 
tiempo se dedicará a 
la compilación. Pero 
a cambio, obtienes 
una mejor latencia y 
rendimiento.

option.unroll No Desenrolle el gráfico 
del modelo para 
compilarlo. Con
unroll=None  ello, 
el compilador tendrá 
más oportunidades 
de optimizar todas las 
capas.

Predeterminado:
None

Configuración del controlador TensorRT-LLM

Si usa el controlador TensorRT-LLM proporcionado por DJL Serving, puede configurar las opciones 
de la siguiente tabla en. serving.properties

Parámetros comunes

Elemento Obligatoria Descripción Ejemplo de valor

option.ma 
x_input_len

No El tamaño máximo 
de token de entrada 
que esperas que 
tenga el modelo por 
solicitud. Se trata 
de un parámetro 

Los valores predeterm 
inados de Llama son 
512
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Elemento Obligatoria Descripción Ejemplo de valor

de compilación que 
establece el modelo 
que se va a just-in-
time compilar. Si 
establece este valor 
demasiado bajo, el 
modelo no podrá 
consumir la entrada 
larga.

El valor predeterm 
inado para Falcon es 
1024

option.ma 
x_output_len

No El tamaño máximo 
de token de salida 
que se espera que 
tenga el modelo por 
solicitud. Se trata 
de un parámetro 
de compilación que 
establece la just-in-t 
ime compilación del 
modelo. Si estableces 
este valor demasiado 
bajo, el modelo no 
podrá producir fichas 
que superen el valor 
que hayas estableci 
do.

Los valores predeterm 
inados de Llama son 
512

El valor predeterm 
inado para Falcon es 
1024
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Elemento Obligatoria Descripción Ejemplo de valor

option.us 
e_custom_ 
all_reduce

No Usa un núcleo 
reducido personali 
zado para las GPU 
que tengan NVLink 
activado. Esto puede 
ayudar a acelerar la 
velocidad de inferenci 
a del modelo con una 
mejor comunicación. 
Actívela configurando 
el valor true en las 
GPUs P4D, P4De, 
P5 y otras que estén 
conectadas a NVLink.

Predeterminado:
false

Parámetros avanzados

Elemento Obligatoria Descripción Ejemplo de valor

option.to 
kens_per_block

No Tokens por bloque 
que se utilizarán en 
los algoritmos de 
atención paginada.

Predeterminado: 64

option.ba 
tch_sched 
uler_policy

No La política de 
programación del 
administrador de lotes 
TensorRT-LLM.

max_utilization ,
guarantee 
d_no_evict

Predeterminado:
max_utilization

option.kv 
_cache_fr 
ee_gpu_me 
m_fraction

No Fracción de la 
memoria libre de la 
GPU asignada a la 
caché kv. Cuanto 

Número flotante entre 
0 y 1.

El valor predeterm 
inado es 0.95
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Elemento Obligatoria Descripción Ejemplo de valor

mayor sea el valor 
que establezcas, más 
memoria intentará 
ocupar el modelo en 
la GPU. Cuanta más 
memoria se conserve, 
mayor será el tamaño 
de la caché en KV 
que podremos utilizar, 
lo que se traducirá 
en una secuencia de 
entrada+salida más 
larga o en un tamaño 
de lote mayor.

option.ma 
x_num_seq 
uences

No Número máximo de 
solicitudes de entrada 
procesadas en el lote. 
Si no lo estableces, le 
aplicaremos max_rolli 
ng_batch_size como 
valor. Por lo general, 
no es necesario 
tocarlo a menos que 
realmente desee 
compilar el modelo en 
un tamaño de lote que 
no sea el mismo que 
el establecido por el 
servidor de modelos.

Número entero mayor 
que 0

El valor predeterm 
inado es el tamaño 
del lote establecido 
al construir el motor 
TensorRT
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Elemento Obligatoria Descripción Ejemplo de valor

option.en 
able_trt_ 
overlap

No Parámetro para 
superponer la 
ejecución de lotes de 
solicitudes. Cuando 
el número de solicitud 
es es demasiado 
pequeño, puede 
tener un impacto 
negativo en el 
rendimiento. Durante 
nuestro experimen 
to, observamos un 
impacto más negativo 
al activarlo que al 
desactivarlo.

True, False.

Predeterminado:
False

Parámetros avanzados: cuantificación

Elemento Obligatoria Descripción Ejemplo de valor

option.quantize No Actualmente solo 
es compatible con
smoothquant  los 
modelos Llama con 
modo de just-in-time 
compilación.

smoothquant

option.sm 
oothquant 
_alpha

No El parámetro alfa de 
smoothquant.

Valor predeterminado: 
0,8

option.sm 
oothquant 
_per_token

No Esto solo se aplica 
cuando option.qu 
antize  está 
establecido en.

True, False.

Predeterminado:
False.
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Elemento Obligatoria Descripción Ejemplo de valor

smoothquant  Esto 
permite elegir, en 
tiempo de ejecución 
, un factor de escala 
SmoothQuant 
personalizado para 
cada token. Esto 
suele ser un poco 
más lento, pero más 
preciso

option.sm 
oothquant 
_per_channel

No Esto solo se 
aplica cuando
option.quantize
está establecido 
ensmoothqua 
nt . Esto permite 
elegir, en tiempo de 
ejecución, un factor 
de escala SmoothQua 
nt personalizado para 
cada token. Esto 
suele ser un poco 
más lento, pero más 
preciso

True, False.

Predeterminado:
False.
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Elemento Obligatoria Descripción Ejemplo de valor

option.mu 
lti_query_mode

No Esto solo es 
necesario cuando
option.quantize
está configurado 
ensmoothquant . 
Esto debe configura 
rse para los modelos 
compatibles multi-
query-attention, como 
llama-70b.

True, False.

Predeterminado:
False.

Elección de tipos de instancias para inferencias de modelos grandes

Al implementar modelos de aprendizaje profundo, solemos equilibrar el coste de alojamiento de 
estos modelos con el rendimiento en términos de latencia, rendimiento y precisión. Una entrada 
fundamental de esta ecuación es el tipo de instancia de SageMaker. Sagemaker ofrece muchos 
tipos de instancias con diferentes dispositivos de GPU. Para un modelo determinado, es probable 
que existan varias instancias adecuadas para alojar el modelo con fines de inferencia. La evaluación 
comparativa puede ayudarle a decidir con qué instancia proceder.

En las siguientes secciones se proporcionan algunas pautas que puede seguir para determinar qué 
tipo de instancia elegir para alojar modelos grandes. Para utilizar estas directrices, debe conocer las 
siguientes características de su caso de uso:

• Arquitectura o tipo de modelo, como OPT, GPTJ, BLOOM o Bert

• Precisión del tipo de datos, comofp32,fp16, bf16 o int8

• Tamaño del modelo en MB o GB

• Tamaños de los tokens de entrada y salida

Determinar los posibles tipos de instancias

Al elegir un tipo de instancia, tenga en cuenta el tamaño del modelo y los dispositivos de GPU 
disponibles. Actualmente, los contenedores de inferencia de modelos grandes (LMI) solo se admiten 
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en instancias con GPU NVIDIA y no en las instancias de Graviton. Para obtener la información más 
actualizada sobre las instancias de GPU disponibles, consulte Instancias de GPU recomendadas.

Al implementar modelos grandes, lo ideal es instalar el modelo en una sola GPU. Esta es la mejor 
opción con respecto al rendimiento, ya que elimina la sobrecarga de comunicación entre los 
dispositivos de la GPU. Para algunos modelos, es simplemente imposible colocarlos en una sola 
GPU debido al tamaño del modelo. Para otros modelos, pueden caber en una sola GPU, pero puede 
resultar más rentable dividir el modelo en varias GPU más baratas.

En las siguientes secciones, se muestra cómo puede desarrollar una métrica para filtrar la lista de 
GPU disponibles y ver las que probablemente se adapten a su caso de uso.

Determinar los posibles tipos de instancias en función del tipo de datos

Las GPU disponibles en Sagemaker difieren en su compatibilidad nativa con los tipos de datos. Si 
planea implementar su modelobf16, elija una instancia con dispositivos de GPU que admitan una
capacidad de procesamiento de más de 7,5 pulgadas. Si planea implementar su modelo conint8, 
le recomendamos encarecidamente que seleccione una instancia con dispositivos de GPU que 
admitan una capacidad de procesamiento de más de 7,5, ya que estas GPU contienen int8 núcleos 
tensoriales. Sin embargo, puede realizar la implementación con int8 HuggingFace Accelerate (con 
la cuantificación de bits y bytes) o DeepSpeed (con cuantificación ZeroQuant) con capacidades 
informáticas más bajas. Si opta por este camino, debe prever un rendimiento inferior en comparación 
con el uso de GPU con soporte matemático int8 nativo.

Para comprobar la capacidad de procesamiento de la GPU, consulte la Capacidad de procesamiento 
de su GPU en el sitio web de NVIDIA.

Estimación del límite inferior de la memoria necesaria para alojar un modelo

Para filtrar aún más la lista de GPU, determine el tamaño del modelo en función de la precisión del 
tipo de datos con el que desee alojarlo. Si el tamaño del modelo puede caber en una sola GPU y 
la baja latencia es la máxima prioridad, le recomendamos que elija una instancia con una GPU que 
tenga memoria suficiente para alojar este modelo. Puede estimar el límite inferior de la memoria 
necesaria para alojar el modelo en función del número de parámetros del modelo y del tipo de 
datos. Esta estimación de memoria de límite inferior (LBME) representa la memoria mínima en 
bytes necesaria para cargar los parámetros del modelo en la memoria de la GPU. Calcule el LBME 
mediante las siguientes ecuaciones:

• int8 – LBME = number of parameters
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• fp16 y bf16 - LBME = 2 × number of parameters

• fp32 – LBME = 4 × number of parameters

Determinar las posibles instancias en función del número de particiones

La determinación del nivel de partición que se va a utilizar con el modelo depende de los siguientes 
factores:

• Tamaño del modelo

• Coste que está dispuesto a pagar por una instancia

• Disponibilidad de una instancia determinada

• Sus requisitos de latencia

Por ejemplo, el modelo EleutherAI/GPT-NEOX-20B necesita unos 45 GB para alojarse. fp16
Puedes implementar este modelo mediante una p4de.24xlarge instancia sin compartirla, ya que 
la memoria de la GPU disponible por dispositivo es de 80 GB. Esta es la única GPU actualmente 
instalada AWS que admitiría la instalación completa de este modelo en el dispositivo. Con 8 GPU 
en esa instancia, puedes alojar 8 copias del modelo. Como alternativa, también puedes implementar 
este modelo con particiones bidireccionales en un g5.12xlarge Con 4 GPU, puedes alojar 2 
copias del modelo. El uso de 4 g5.12xlarge instancias para alojar 8 copias de este modelo, en 
comparación con 1 p4de.24xlarge instancia, cuesta casi la mitad (aunque la memoria de GPU 
restante p4de.24xlarge admite lotes más grandes). Si bien es probable que el rendimiento sea 
inferior en ese momentog5.12xlarge, podría tener más sentido desde el punto de vista de costes.

Es posible que algunas instancias no estén fácilmente disponibles en algunos casosRegiones de 
AWS. Puede comprobar la disponibilidad de una instancia con una región o zona de disponibilidad 
medianteAWS CLI:

aws ec2 describe-instance-type-offerings --location-type "availability-zone" --filters 
 Name=location,Values=us-east-2a --region us-east-2 --query "InstanceTypeOfferings[*].
[InstanceType]" --output text | sort

Por lo general, una menor cantidad de particiones se traduce en una latencia general más baja. El 
mejor rendimiento se obtendrá si se ejecuta una sola GPU, pero le recomendamos encarecidamente 
que experimente con las particiones para comprender el impacto en la latencia de su modelo 
específico.
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Puede reducir la lista de posibles instancias teniendo en cuenta el LBME que haya calculado en el 
paso anterior y el número deseado de particiones. Si es posible, considere varios valores de partición 
para tener en cuenta muchos tipos de instancias. Por ejemplo, si el LBME es de 30 GB, algunas 
estimaciones para los diferentes niveles de particionamiento son:

• Implementación de una sola GPU en p4d.24xlarge (40 GB por GPU) o p4de.24xlarge (80 
GB por GPU)

• Implementación de una sola GPU en p3.8xlarge (16 GB por GPU) o g5.12xlarge (24 GB por 
GPU)

Elección de un motor

Los contenedores de aprendizaje profundo (DLC) de LMI son compatibles con los backends 
DeepSpeed, FasterTransformer y HuggingFace Accelerate. Todos estos marcos se pueden 
utilizar para implementar y alojar modelos de gran tamaño divididos en varias GPU. Por lo general, 
puede prever un mayor rendimiento (menor latencia o mayor rendimiento) con DeepSpeed o 
FasterTransformer, pero estos motores no ofrecen una inferencia optimizada para todas las 
arquitecturas de modelos. Todos los marcos también implementan el paralelismo de modelos de 
forma diferente. DeepSpeed y FasterTransformer utilizan el paralelismo tensorial, que suele ser 
más eficaz a costa de un mayor uso de la memoria de la GPU. HuggingFace Accelerate utiliza el 
paralelismo de canalización, que utiliza menos memoria pero también tiene menos rendimiento.

Le recomendamos que utilice DeepSpeed o FasterTransformer siempre que sea posible, ya que los 
kernels CUDA fusionados mejoran significativamente el rendimiento en comparación con el uso de 
HuggingFace Accelerate. Actualmente, DeepSpeed ofrece implementaciones de kernel fusionadas 
para las siguientes arquitecturas de modelos:

• Bert

• Di Stilbert

• GPT Neo, GPT Neo X, GPT2

• OPT

• BLOOM

• Megatron

• Difusión estable
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FasterTransformer ofrece implementaciones de kernel fusionadas para las siguientes arquitecturas 
de modelos:

• GPT2

• OPT

• BLOOM

• T5

Para otras arquitecturas de modelos no existe ninguna diferencia significativa. Le recomendamos 
que experimente con DeepSpeed y HuggingFace Accelerate para determinar qué motor funciona 
mejor para su modelo. Para ver qué modelos admite FasterTransformer, consulte la matriz de 
compatibilidad de FasterTransformer.

Para elegir un tipo de instancia, ajuste su LBME para los motores específicos. La estimación del uso 
previsto de la GPU también difiere entre DeepSpeed, FasterTransformer y HuggingFace Accelerate 
debido a las diferencias en la forma en que ejecutan el paralelismo entre modelos.

DeepSpeed y FasterTransformer utilizan el paralelismo tensorial. Algunos módulos, como los 
embeddings, no admiten el paralelismo tensorial. Estos módulos se replican en todas las GPU. 
HuggingFace Accelerate utiliza una sencilla partición en canalización, que no provoca la replicación 
de módulos. Por tanto, con DeepSpeed o FasterTransformer, normalmente puede prever que los 
requisitos de memoria aumenten con el grado de paralelismo del tensor.

En las siguientes secciones, se muestra cómo ajustar el LBME para obtener una estimación de la 
memoria del modelo cargado (LMME), que es una estimación de la memoria necesaria por GPU para 
cargar el modelo.

HuggingFace Accelerate

Con HuggingFace Accelerate, la partición de la canalización no aumenta significativamente la 
memoria necesaria para cargar el modelo. No es necesario duplicar ningún submódulo en las GPU.

• Para la implementación de una sola GPU, LMME = 1.15 × LBME.

• Para la implementación de varias GPU, LMME = (1.15 + 0.035 × number of 
partitions) × LBME. En este caso, se supone que el número de particiones es un múltiplo de 
2.
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DeepSpeed o FasterTransformer

Con DeepSpeed o FasterTransformer, la partición paralela del tensor da como resultado la 
duplicación de algunos submódulos del modelo, ya que no todos los módulos admiten el paralelismo 
tensorial. El nivel de replicación de los módulos depende en gran medida de la arquitectura del 
modelo.

• Para la implementación de una sola GPU, LMME = 1.20 × LBME.

• Para la implementación de varias GPU, LMME = multiplier × LBME, donde el multiplicador 
depende en gran medida del la arquitectura de modelo y el tipo de datos. Para algunas 
arquitecturas populares, presentamos los multiplicadores recomendados en la siguiente tabla:

Arquitectura de 
modelo

fp32 fp16 int8

Variantes de GPT 1,45 1,55 1,55

Variantes de Bloom 1,5 1,55 1,55

Variantes de OPT 1,55 1,75 1,75

Otros modelos 1,5 1,5 1,5

Ajustar la estimación de la memoria del modelo cargado para la longitud de la secuencia y el tamaño 
del lote

Durante la inferencia, se necesita más memoria para los tensores de entrada, los tensores 
intermedios y los tensores de salida, de la que sugiere el LMME. También hay que tener en cuenta la 
memoria adicional que se requiere como resultado de la partición del modelo.

La estimación de memoria del modelo de tiempo de ejecución (RMME), definida en la siguiente 
ecuación, tiene en cuenta el requisito de memoria adicional en función de la longitud de la secuencia 
(número total de tokens de entrada y salida):

RMME per GPU = multiplier × LMME / number of partitions
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Los multiplicadores recomendados que se indican a continuación se basan en una longitud de 
secuencia de 1024. Si planea usar secuencias más cortas o más largas, puede ajustar aún más 
estos multiplicadores multiplicándolos por sequence length / 1024.

• Variantes de GPT – 1.1 + 0.05 × (number of partitions - 1)

• Variantes de BLOOM – 1.15 + 0.05 × (number of partitions - 1)

• Variantes de OPT – 1.20 + 0.1 × (number of partitions - 1)

Si planea incluir tamaños de lote superiores a 1, multiplique el multiplicador mencionado 
anteriormente por el tamaño de lote previsto para obtener el multiplicador final para calcular la RMME 
por GPU.

Finalizar los posibles tipos de instancias

Con el RMME por GPU, puede filtrar la lista de GPU disponibles para ver las que probablemente se 
adapten a su caso de uso. El RMME por GPU es una métrica intencionalmente prudente para tener 
en cuenta la variación de rendimiento entre diferentes arquitecturas de modelos con diferentes tipos 
de datos y versiones del marco del motor. Si descubre que alguna instancia está apenas excluida de 
su estimación, le recomendamos que la pruebe.

Implementación de modelos sin comprimir

Al implementar modelos de ML, una opción es archivar y comprimir los artefactos del modelo en un 
formato tar.gz. Si bien este método funciona con modelos pequeños, comprimir un artefacto de 
modelo grande con cientos de miles de millones de parámetros y, a continuación, descomprimirlo en 
un punto de conexión puede llevar un tiempo considerable. Para la inferencia de modelos grandes, 
se recomienda implementar un modelo de ML sin comprimir. Esta guía muestra cómo implementar 
un modelo de ML sin comprimir.

Para implementar modelos de ML sin comprimir, cargue todos los artefactos del modelo en Amazon 
S3 y organícelos con un prefijo común de Amazon S3. Un prefijo de Amazon S3 es una cadena de 
caracteres al principio del nombre de clave de un objeto de Amazon S3, separados del resto del 
nombre por un delimitador. Para obtener más información acerca de los prefijos de Amazon S3, 
consulte Organizar objetos con prefijos.

Para implementar con SageMaker, debe usar la barra inclinada (/) como delimitador. Debe 
asegurarse de que solo los artefactos asociados a su modelo de ML estén organizados con el prefijo. 
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En los modelos de ML con un único artefacto sin comprimir, el prefijo será idéntico al nombre de la 
clave. Puede comprobar qué objetos están asociados a su prefijo con AWS CLI:

aws s3 ls --recursive s3://bucket/prefix

Tras cargar los artefactos del modelo en Amazon S3 y organizarlos con un prefijo común, puede 
especificar su ubicación como parte del campo ModelDataSource al invocar la solicitud CreateModel. 
Sagemaker descargará automáticamente los artefactos del modelo sin comprimir a /opt/ml/model
para su inferencia. Para obtener más información sobre las reglas que SageMaker aplica a la hora de 
descargar los artefactos, consulte S3ModelDataSource.

El siguiente fragmento de código muestra cómo se puede invocar la API CreateModel al 
implementar un modelo sin comprimir. Reemplace el texto del usuario en cursiva con su 
propia información.

model_name = "model-name"
sagemaker_role = "arn:aws:iam::123456789012:role/SageMakerExecutionRole"
container = "123456789012.dkr.ecr.us-west-2.amazonaws.com/inference-image:latest"

create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    PrimaryContainer = { 
        "Image": container, 
        "ModelDataSource": { 
            "S3DataSource": { 
                "S3Uri": "s3://my-bucket/prefix/to/model/data/",  
                "S3DataType": "S3Prefix", 
                "CompressionType": "None", 
            }, 
        }, 
    },
) 
     

En el ejemplo mencionado anteriormente se supone que los artefactos del modelo están organizados 
bajo un prefijo común. Si, por el contrario, el artefacto del modelo es un único objeto de Amazon S3 
sin comprimir, cambie "S3Uri" para apuntar al objeto de Amazon S3 y cambie "S3DataType" a
"S3Object".

Implementación de modelos sin comprimir 4600

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ModelDataSource.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_S3ModelDataSource.html


Amazon SageMaker Guía para desarrolladores

Note

Actualmente no se puede utilizar ModelDataSource con AWS Marketplace, transformación 
por lotes de SageMaker, puntos de conexión de inferencia sin servidor de SageMaker ni 
puntos de conexión multimodelo de SageMaker.

Preguntas frecuentes sobre inferencias de modelos grandes

Consulte los siguientes elementos de preguntas frecuentes para obtener respuestas a las preguntas 
más frecuentes sobre la inferencia de modelos grandes (LMI) con. SageMaker

P: ¿Cuándo se deben usar los DLC de LMI?

R: Los contenedores de aprendizaje profundo para inferencia de modelos grandes (DLC de LMI) 
incluyen versiones probadas de las populares bibliotecas de paralelización y optimización para alojar 
modelos con decenas o cientos de miles de millones de parámetros. Debe utilizar un DLC de LMI 
si su modelo de aprendizaje profundo requiere varios aceleradores para el alojamiento o si desea 
acelerar la inferencia con un modelo compatible y popular, como GPT, Bloom y OPT.

P: ¿Con quién puedo ponerme en contacto si algo no funciona?

R: Si, después de revisar la documentación, sigue teniendo problemas para alojar su modelo grande, 
póngase en contacto con nosotros. AWS Support

P: ¿Puedo utilizar contenedores de aprendizaje profundo por inferencia de modelos grandes (DLC de 
LMI) fuera de ellos? SageMaker

R: Los AWS DLC de LMI se han probado y diseñado para SageMaker, pero se pueden usar en 
Amazon EC2 con tipos de instancias compatibles.

P: ¿Qué formatos de modelo puedo usar con los DLC de LMI?

AWS Los DLC de LMI incluyen una cómoda función para cargar un modelo en formato Hugging 
Face. Puede traer modelos en otro formato, como el punto de control de Megatron, pero necesita 
escribir la lógica para cargar ese formato o convertirlos a un formato de Hugging Face.

Preguntas frecuentes sobre LMI 4601
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P: ¿Cómo puedo cambiar entre bibliotecas de paralelización de modelos, como Hugging Face 
Accelerate y? DeepSpeed

Si utiliza el controlador DJL (como en el ejemplo del tutorial), cambie el motor y el 
controlador predeterminados en el archivoserving.properties. Por ejemplo, modifica los
option.entryPoint ajustes engine y para cambiar DeepSpeed a Hugging Face. En general, 
puede cambiar el motor y usar el mismo grado de tensor paralelo.

Solución de problemas de inferencias de modelos grandes

Si surge un problema o error, puede utilizar la siguiente lista para intentar solucionarlos. Si el 
problema persiste, póngase en contacto con nosotros en LMI-DLC-feedback@amazon.com.

Temas

• La descarga de un modelo en mi instancia lleva mucho tiempo

• La latencia de inferencia o los resultados de rendimiento son deficientes

• SageMaker El punto final no pudo iniciarse debido a un error de tiempo de espera o de falta de 
memoria

La descarga de un modelo en mi instancia lleva mucho tiempo

Considere la posibilidad de cargar los artefactos del modelo en Amazon S3 y mencionar el objeto 
S3 option.model_id en el archivo de serving.properties configuración. Este método de 
descarga utiliza s5cmd y acelera la descarga de datos. Asegúrese de que el contenedor tenga 
permiso para acceder al bucket de S3 especificado.

La latencia de inferencia o los resultados de rendimiento son deficientes

Incluso con el paralelismo de modelos, los modelos grandes pueden seguir teniendo un rendimiento 
deficiente, como una latencia alta o un rendimiento bajo. En primer lugar, si su modelo es compatible, 
considere la posibilidad de utilizar el DeepSpeed motor que incluye núcleos optimizados para la 
inferencia. De este modo, se puede mejorar el rendimiento hasta 3 veces. A continuación, considere 
la posibilidad de utilizar un tipo de instancia más potente, como una instancia p4d.24xlarge. Por 
último, considere usar un modelo más pequeño. Para lograr el mejor rendimiento y el menor coste, 
intente encontrar el modelo más pequeño que cumpla los requisitos de precisión para su caso de 
uso, ya que más parámetros pueden generar una mayor latencia, un menor rendimiento o un mayor 
coste. Considere la posibilidad de ajustar un modelo más pequeño para mejorar la precisión.

Solución de problemas de LMI 4602
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SageMaker El punto final no pudo iniciarse debido a un error de tiempo de espera o de 
falta de memoria

Los modelos grandes pueden tardar más tiempo en cargarse en la memoria. Debe ajustar 
las configuraciones de punto de conexión predeterminadas para gestionar este aumento de 
tiempo. Si un punto de conexión no pasa una comprobación de estado o se queda sin memoria, 
compruebe que lo ha configurado correctamente. Por ejemplo, si Amazon CloudWatch Logs indica 
que se ha agotado el tiempo de espera de una comprobación de estado, deberías aumentar el
ContainerStartupHealthCheckTimeoutInSeconds parámetro ProductionVariants
durante el create_endpoint_config paso de activación del alojamiento. SageMaker

Para obtener más información sobre estos parámetros, consulte SageMaker parámetros de punto 
final para la inferencia de modelos grandes.

Notas de versión para contenedores de aprendizaje profundo de inferencia 
de modelos de gran tamaño

Puedes encontrar una lista de contenedores de aprendizaje profundo (DLC) compatibles SageMaker 
en el repositorio de AWSDLC GitHub . A continuación se muestran las notas de la versión asociadas.

Temas

• Notas de lanzamiento del DLC de LMI: 27 de noviembre de 2023 (1)

• Notas de publicación del DLC de LMI: 27 de noviembre de 2023 (2)

• Notas de lanzamiento del DLC de LMI: 27 de noviembre de 2023 (3)

• Notas de versión para DLC de LMI: 4 de agosto de 2023 (1)

• Notas de versión para DLC de LMI: 4 de agosto de 2023 (2)

• Notas de versión para DLC de LMI: 4 de agosto de 2023 (3)

• Notas de versión de DLC de LMI: 7 de marzo de 2023

• Notas de versión de DLC de LMI: 24 de febrero de 2023

• Notas de versión de DLC de LMI: 16 de diciembre de 2022

• Notas de versión de DLC de LMI: 4 de noviembre de 2022

Notas de versión para contenedores de aprendizaje profundo de LMI 4603
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Notas de lanzamiento del DLC de LMI: 27 de noviembre de 2023 (1)

URI de contenedor

• 763104351884.dkr. ecr.us-east-1.amazonaws.com /djl-inference:0.25.0-deepspeed0.11.0-cu11

Aspectos destacados

• Se agregó soporte de procesamiento por lotes a nivel de iteración al backend DeepSpeed

• Se actualizó al backend de vllm 2.0 a lmi-dist

• Se agregó una función de calentamiento dinámico al backend de lmi-dist

Actualizaciones de la versión

• DJL Serving 0.25.0

• DeepSpeed 0.11.0

• HuggingFace Acelera 0.23.0

• HuggingFace Transformers 4.34.0

Arquitecturas de modelos compatibles

• Modelos compatibles con la versión DeepSpeed 0.11.0 que utilizan el motor DeepSpeed

• Modelos compatibles con Accelerate que utilizan HuggingFace el motor Accelerate

• Soporte de procesamiento por lotes a nivel de iteración para arquitecturas de modelos GPT, 
LLaMA, LLaMA 2, Falcon y T5 que utilizan el motor MPI

• Soporte de Paged Attention y Flash Attention para arquitecturas de modelos GPT, LLaMA, LLaMA 
2, Falcon y T5 que utilizan el motor MPI

Problemas conocidos

• Al usar lmi-dist en una instancia p5 en Amazon SageMaker, deshabilite aiccl mediante la variable 
de entorno ENV USE_AICCL_BACKEND=false para evitar que el servidor del modelo se bloquee 
al cargar el modelo.

Notas de versión para contenedores de aprendizaje profundo de LMI 4604
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Notas de publicación del DLC de LMI: 27 de noviembre de 2023 (2)

URI de contenedor

• 763104351884.dkr. ecr.us-east-1.amazonaws.com /djl-inference:0.25.0-tensorrtllm0.5.0-cu122

Aspectos destacados

• Admite el procesamiento por lotes de solicitudes a nivel de iteración/durante el vuelo

• Soporta la transmisión de respuestas

• Se agregó soporte para la compilación de modelos on-the-fly TensorRT-LLM para que los usuarios 
puedan proporcionar solo la identificación del modelo Hugging Face para los modelos Llama y 
Falcon

• Acepta repositorios de modelos creados por el usuario con artefactos TensorRT-LLM compilados 
para una carga más rápida

Actualizaciones de la versión

• DJL Serving 0.25.0

• TensorRT-LLM 0.5.0

• PyTorch 2.0.1

• Python 3.10

• CUDA 12.2

Arquitecturas de modelos compatibles

• Modelos LLAMA y Falcon con soporte para la compilación de modelos on-the-fly

• Aún no hemos probado otros tipos de modelos. Si desea utilizar otros modelos que no sean Llama 
y Falcon, debe compilarlos con anticipación y probarlos antes de la producción.

Problemas conocidos

• El uso del parámetro repetition_penalty de muestreo bloquea el programa de forma 
aleatoria. Se recomienda no utilizarlo repetition_penalty en esta versión.

Notas de versión para contenedores de aprendizaje profundo de LMI 4605
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Notas de lanzamiento del DLC de LMI: 27 de noviembre de 2023 (3)

URI de contenedor

• 763104351884.dkr. ecr.us-east-1.amazonaws.com /djl-inference:0.25.0-neuronx-sdk2.15.0

Aspectos destacados

• Soporte de modelos precompilados

Actualizaciones de la versión

• DJL Serving 0.25.0

• NeuronSDK 2.15.0

• HuggingFace Acelera la 0.23.0

• HuggingFace Transformers 4.34.0

Arquitecturas de modelos compatibles

• GPT-2

• GPT-J

• GPT-NeoX

• OPT

• Bloom

• Llama

• Llama-2 (7b y 13b)

Notas de versión para DLC de LMI: 4 de agosto de 2023 (1)

URI de contenedor

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.23.0-
fastertransformer5.3.0-cu118

Notas de versión para contenedores de aprendizaje profundo de LMI 4606
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Aspectos destacados

• Se ha añadido soporte de servicio a modelos GPT-NeoX.

• Los nuevos contenedores admiten transmisión de respuestas.

• FasterTransformer controlador actualizado para admitir PEFT y LORA.

• DJLServing proporciona integración con el backend de inferencias de Triton a través de la API 
java-cpp.

Actualizaciones de la versión

• DJL Serving 0.23.0

• PyTorch 2.0.1

• FasterTransformer 5.3.0

• Hugging Face Accelerate 0.20.3

• Hugging Face Transformers 4.30.1

• Hugging Face Diffusers 0.12.0

• Python 3.9

• CUDA 11.8

Arquitecturas de modelos compatibles

• GPT

• GPT-J

• GPT-Neox

• T5

• OPT

• Bloom

Notas de versión para DLC de LMI: 4 de agosto de 2023 (2)

URI de contenedor

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.23.0-
deepspeed0.9.5-cu118

Notas de versión para contenedores de aprendizaje profundo de LMI 4607
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Aspectos destacados

• Actualiza el contenedor de DeepSpeed contenido descargable a DeepSpeed la versión 0.9.5.

• Se han realizado mejoras para permitir un ahorro de memoria de 2 a 3 veces superior al de los 
sistemas operativos. DeepSpeed

• Se agregó PyTorch compatibilidad con -2.0.1, PEFT y LORA a los controladores predeterminados. 
DeepSpeed Esta nueva versión de DeepSpeed añade soporte para los modelos LLama v1.

• Se agregó soporte de procesamiento por lotes a nivel de iteración al backend Hugging Face para 
las arquitecturas de modelos GPT, LLaMA, Falcon y T5. Esto mejora el rendimiento del servicio de 
modelos.

Actualizaciones de la versión

• DJL Serving 0.23.0

• DeepSpeed 0.9.5

• Hugging Face Accelerate 0.20.3

• Hugging Face Transformers 4.30.2

• Python 3.9

• CUDA 11.8

Arquitecturas de modelos compatibles

• Modelos compatibles con la versión DeepSpeed 0.9.5 que utilizan el motor DeepSpeed

• Modelos compatibles con HuggingFace Accelerate que utilizan el motor Accelerate

• Soporte de procesamiento por lotes a nivel de iteración para arquitecturas de modelos GPT, 
LLaMA, LLaMA 2, Falcon y T5 que utilizan el motor MPI

• Soporte de Paged Attention y Flash Attention para arquitecturas de modelos GPT, LLaMA, LLaMA 
2, Falcon y T5 que utilizan el motor MPI

Notas de versión para DLC de LMI: 4 de agosto de 2023 (3)

URI de contenedor

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.23.0-neuronx-
sdk2.12.0

Notas de versión para contenedores de aprendizaje profundo de LMI 4608
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Aspectos destacados

• [Experimental] Se agregó soporte para modelos GPT-Neox.

• [Experimental] Se agregó soporte para modelos BLOOM.

• [Prototipo] Se agregó soporte para modelos LLaMA.

• Se ha añadido soporte para configuraciones tensor-paralelo más flexibles para GPT2, OPT y 
BLOOM.

• Se ha añadido compatibilidad con la atención a múltiples consultas y grupos para GPT2.

Actualizaciones de la versión

• DJL Serving 0.23.0

• Torch Neuronx 1.13.1.1.9.0

• Transformers NeuronX 0.4.149

• Hugging Face Accelerate 0.20.3

• Hugging Face Transformers 4.30.1

• Hugging Face Diffusers 0.14.0

Arquitecturas de modelos compatibles

• OPT

• GPT2

• GPT-J

• GPT-NeoX

• LLaMA

• LLaMA-2 7B y 13B

• Bloom

Notas de versión de DLC de LMI: 7 de marzo de 2023

URI de contenedor

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.21.0-
fastertransformer5.3.0-cu117

Notas de versión para contenedores de aprendizaje profundo de LMI 4609
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Aspectos destacados

• La biblioteca paralela de modelos FasterTransformer(FT) ahora está disponible en los DLC de 
LMI, lo que añade soporte para modelos populares como flan-t5-xxl y. flan-ul2 FT es 
una biblioteca de código abierto de Nvidia que proporciona un motor acelerado para ejecutar de 
manera eficiente la inferencia de redes neuronales basada en transformadores. Se ha diseñado 
para gestionar modelos grandes que requieren múltiples GPU y nodos de forma distribuida. 
La biblioteca incluye una versión optimizada del bloque transformador, que incluye tanto el 
codificador como el decodificador, lo que permite realizar la inferencia de arquitecturas completas 
de codificador-decodificador, como la T5, así como modelos solo de codificador, como BERT, y 
modelos solo de decodificador, como GPT.

Actualizaciones de la versión

• DJL Serving 0.21.0

• FasterTransformer 5.3.0

• Hugging Face Accelerate 0.16.0

• Hugging Face Transformers 4.26.0

• Hugging Face Diffusers 0.12.0

• Python 3.9

• CUDA 11.6

Problemas conocidos

• En esta primera versión, es posible que los modelos tarden mucho en cargarse al utilizar la 
biblioteca FT. Asegúrese de configurar los valores de comprobación de estado y tiempo de espera 
(consulte SageMaker parámetros de punto final para la inferencia de modelos grandes) para 
disponer de tiempo suficiente para cargar el modelo. En nuestras pruebas, 1 hora fue suficiente. 
Las versiones futuras abordarán este largo tiempo de carga del modelo con FT.

Notas de versión de DLC de LMI: 24 de febrero de 2023

URI de contenedor

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.21.0-
deepspeed0.8.0-cu117

Notas de versión para contenedores de aprendizaje profundo de LMI 4610
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Aspectos destacados

• SageMaker La integración del SDK de Python es una novedad en esta versión, lo que permite el 
despliegue sin código de modelos de lenguaje de gran tamaño

El soporte de head-of-time particionamiento DeepSpeed reduce el tiempo de inicio de los 
terminales al separar la partición del modelo del tiempo de ejecución

Actualizaciones de la versión

• DJL Serving 0.21.0

• DeepSpeed 0.8.0

• Hugging Face Accelerate 0.16.0

• Hugging Face Transformers 4.26.0

• Hugging Face Diffusers 0.12.0

• Python 3.9

• CUDA 11.6

Notas de versión de DLC de LMI: 16 de diciembre de 2022

URI de contenedor

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.20.0-
deepspeed0.7.5-cu116

Aspectos destacados

• Se agregó el soporte de precisión BF16 para los modelos compatibles con la DeepSpeed 
inferencia (Bloom, GPT, OPT, etc.). El entrenamiento en el BF16 no requiere ninguna 
transformación adicional en los pesos del modelo antes de hospedarlo. DeepSpeed

• Se agregó soporte para los modelos y difusores Hugging StableDiffusion Face.

• Incluye las versiones más recientes de los controladores DJL DeepSpeed Serving, Hugging 
Face Transformers y CUDA, que mejoran la estabilidad, el manejo de errores, la cobertura de los 
modelos y la latencia.

Notas de versión para contenedores de aprendizaje profundo de LMI 4611
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Actualizaciones de la versión

• DJL Serving 0.20.0

• DeepSpeed 0.7.5

• Hugging Face Accelerate 0.13.2

• Hugging Face Transformers 4.23.1

• Hugging Face Diffusers 0.7.2

• CUDA 11.6

Notas de versión de DLC de LMI: 4 de noviembre de 2022

Aspectos destacados

• Lanzó los DLC de LMI el. AWS SageMaker y Amazon EC2 admiten los DLC de LMI para realizar 
inferencias mediante el paralelismo de modelos.

URI de contenedor

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.19.0-
deepspeed0.7.3-cu113

Blogs

• Para obtener más información, consulte Implementar BLOOM-176B y OPT-30B en Amazon con 
Deep Learning Containers de SageMaker inferencia de modelos grandes y. DeepSpeed

Actualizar los modelos en producción

Las barreras de protección de implementación son un conjunto de opciones de implementación de 
modelos en la inferencia de Amazon SageMaker para actualizar sus modelos de machine learning 
en producción. Con las opciones de implementación totalmente gestionadas, puede controlar el 
cambio del modelo actual en producción a uno nuevo. Los modos de cambio de tráfico en las 
implementaciones azul/verde, como el valor controlado y el lineal, le permiten controlar de forma 
pormenorizada el proceso de cambio de tráfico del modelo actual al nuevo durante la actualización. 
También hay protecciones integradas, como las reversiones automáticas, que le ayudan a detectar 
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los problemas a tiempo y a tomar medidas correctivas automáticamente antes de que afecten 
significativamente a la producción.

Las barreras de protección de implementación proporcionan las siguientes ventajas:

• Seguridad de implementación al actualizar los entornos de producción. Una actualización regresiva 
de un entorno de producción puede provocar tiempos de inactividad no planificados y afectar 
al negocio, como un aumento de la latencia del modelo y altas tasas de error. Las barreras de 
protección de implementación ayudan a mitigar esos riesgos al proporcionar las mejores prácticas 
y barreras de protección operativa integradas.

• Implementación totalmente gestionada. SageMaker se encarga de configurar y orquestar estas 
implementaciones y las integra con los mecanismos de actualización de los puntos de conexión. 
No es necesario crear ni mantener mecanismos de orquestación, monitorización o reversión. 
Puede utilizar SageMaker para configurar y orquestar estas implementaciones y centrarse en 
aprovechar el machine learning para sus aplicaciones.

• Visibilidad. Puede realizar un seguimiento del progreso de la implementación a través de la 
API DescribeEndpoint o de eventos de Amazon CloudWatch (para los puntos de conexión 
compatibles). Para obtener más información sobre los eventos en SageMaker, consulte la 
sección sobre el cambio de estado de implementación de los puntos de conexión en Automatizar 
Amazon SageMaker con Amazon EventBridge. Tenga en cuenta que si su dispositivo de punto de 
conexión utiliza alguna de las funciones de la página Exclusiones, no podrá utilizar los eventos de 
CloudWatch.

Note

Las barreras de protección de implementación solo se aplican a los tipos de puntos de 
conexión Inferencia asíncrona y Inferencia en tiempo real.

Cómo empezar

Admitimos dos tipos de implementación para actualizar los modelos en producción: las 
implementaciones azul/verde y las implementaciones continuas.

• Implementaciones azul/verde: puede cambiar el tráfico de su flota anterior (flota azul) a una flota 
nueva (flota verde) con las actualizaciones. Las implementaciones azul/verde ofrecen múltiples 
modos de cambio de tráfico. Un modo de cambio de tráfico es una configuración que especifica 
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cómo SageMaker dirige el tráfico de puntos de conexión a una nueva flota que contiene sus 
actualizaciones. Los siguientes modos de cambio de tráfico le proporcionan diferentes niveles de 
control sobre el proceso de actualización de los puntos de conexión:

• Cambio de tráfico todo a la vez pasa todo el tráfico de puntos de conexión de la flota azul a la 
flota verde. Una vez que el tráfico pasa a la flota verde, las alarmas de Amazon CloudWatch 
preespecificadas comienzan a monitorizar la flota verde durante un período de tiempo 
determinado (período de cocción). Si no se activa ninguna alarma durante el período de cocción, 
SageMaker cancelará la flota azul.

• Cambio de tráfico de valor controlado pasa una pequeña parte de su tráfico (un valor controlado) 
a la flota verde y la monitoriza durante un período de cocción. Si el valor controlado tiene éxito 
en la flota verde, SageMaker desplazará el resto del tráfico de la flota azul a la verde antes de 
dar por finalizada la flota azul.

• Cambio de tráfico lineal ofrece una personalización aún mayor en cuanto al número de pasos de 
cambio de tráfico y el porcentaje de tráfico que se debe cambiar en cada paso. Si bien el cambio 
de sentido vertical le permite desplazar el tráfico en dos pasos, el cambio lineal lo amplía a n
pasos espaciados linealmente.

• Implementaciones continuas: puede actualizar su punto de conexión a medida que SageMaker 
aprovisione la capacidad de forma incremental y desplace el tráfico a una nueva flota en pasos 
del tamaño de lote que especifique. Las instancias de la nueva flota se actualizan con la nueva 
configuración de implementación y, si no se activa ninguna alarma de CloudWatch durante el 
período de cocción, SageMaker limpia las instancias de la flota anterior. Esta opción le proporciona 
un control pormenorizado sobre el número de instancias o el porcentaje de capacidad que se 
modifica en cada paso.

Puede crear y gestionar su despliegue mediante las API de SageMaker UpdateEndpoint y
CreateEndpoint, así como los comandos AWS Command Line Interface. Consulte las páginas 
de implementación individuales para obtener más información sobre cómo configurar su 
implementación. Tenga en cuenta que si su punto de conexión utiliza alguna de las funciones 
enumeradas en la página Exclusiones, no podrá utilizar las barreras de protección de 
implementación.

Para seguir los ejemplos guiados que muestran cómo utilizar las barreras de protección de 
implementación, consulte nuestros ejemplos de cuadernos de Jupyter para los modos de cambio de 
tráfico valor controlado y lineal.
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Configuración y monitorización de la reversión automática

Las alarmas de Amazon CloudWatch son un requisito previo para utilizar los períodos de cocción en 
las barreras de protección de implementación. Solo puede utilizar la función de reversión automática 
en las barreras de protección de implementación si configura alarmas de CloudWatch que puedan 
monitorizar un punto de conexión. Si alguna de sus alarmas se activa durante el período de 
monitorización especificado, SageMaker inicia una reversión completa al punto de conexión anterior 
para proteger su aplicación. Si no tiene ninguna alarma de CloudWatch configurada para monitorizar 
su punto de conexión, la función de reversión automática no funcionará durante la implementación.

Para obtener más información acerca de CloudWatch, consulte ¿Qué es Amazon CloudWatch? en la
Guía del usuario de Amazon CloudWatch.

Note

Asegúrese de que su rol de ejecución de IAM tenga permiso para realizar la acción
cloudwatch:DescribeAlarms en las alarmas de reversión automática que especifique.

Ejemplos de alarmas

Para empezar, le ofrecemos los siguientes ejemplos para demostrar las capacidades de las alarmas 
de CloudWatch. Además de usar o modificar los siguientes ejemplos, puede crear sus propias 
alarmas y configurarlas para monitorizar diversas métricas en las flotas especificadas durante un 
período de tiempo determinado. Para ver más métricas y dimensiones de SageMaker que puede 
añadir a sus alarmas, consulte Supervisa Amazon SageMaker con Amazon CloudWatch.

Temas

• Monitorice los errores de invocación tanto en las flotas antiguas como en las nuevas

• Monitoriza la latencia del modelo en la nueva flota

Monitorice los errores de invocación tanto en las flotas antiguas como en las nuevas

La siguiente alarma de CloudWatch monitoriza la tasa de error media de un punto de conexión. 
Puede utilizar esta alarma con cualquier tipo de barreras de protección de implementación que 
cambien el tráfico para proporcionar una monitorización general tanto de las flotas antiguas como de 
las nuevas. Si la alarma se activa, SageMaker inicia una reversión a la flota anterior.
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Los errores de invocación procedentes tanto de la flota antigua como de la nueva contribuyen a la 
tasa de error media. Si la tasa de error media supera el umbral especificado, se activa la alarma. En 
este ejemplo concreto, se monitorizan los errores 4xx (errores del cliente) tanto en la flota antigua 
como en la nueva durante la implementación. También puede monitorizar los errores 5xx (errores de 
servidor) utilizando la métrica Invocation5XXErrors.

Note

Para este tipo de alarma, si su flota anterior activa la alarma durante la implementación, 
SageMaker finaliza la implementación. Por lo tanto, si su flota de producción actual ya causa 
errores, considere la posibilidad de utilizar o modificar uno de los siguientes ejemplos, que 
solo supervisa la nueva flota para detectar errores.

#Applied deployment type: all types
{ 
    "AlarmName": "EndToEndDeploymentHighErrorRateAlarm", 
    "AlarmDescription": "Monitors the error rate of 4xx errors", 
    "MetricName": "Invocation4XXErrors", 
    "Namespace": "AWS/SageMaker", 
    "Statistic": "Average", 
    "Dimensions": [ 
        { 
            "Name": "EndpointName", 
            "Value": <your-endpoint-name>
        }, 
        { 
            "Name": "VariantName", 
            "Value": "AllTraffic" 
        } 
    ], 
    "Period": 600, 
    "EvaluationPeriods": 2, 
    "Threshold": 1, 
    "ComparisonOperator": "GreaterThanThreshold", 
    "TreatMissingData": "notBreaching"
}

En el ejemplo anterior, anote los valores de los siguientes campos:
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• En AlarmName y AlarmDescription, introduzca el nombre y la descripción que elija para la 
alarma.

• En MetricName, utilice el valor Invocation4XXErrors para monitorizar errores 4xx en el punto 
de conexión

• En Namespace, utilice el valor AWS/SageMaker. También puede especificar su propia métrica 
personalizada, si corresponde.

• En Statistic, utilice Average. Esto significa que la alarma toma la tasa de error promedio 
durante los períodos de evaluación al calcular si la tasa de error ha superado el umbral.

• En la dimensión EndpointName, utilice como valor el nombre del punto de conexión que está 
actualizando.

• En la dimensión VariantName, utilice el valor AllTraffic para especificar todo el tráfico de 
puntos de conexión.

• En Period, utilice 600. Esto establece los períodos de evaluación de la alarma en 10 minutos.

• En EvaluationPeriods, utilice 2. Este valor indica a la alarma que tenga en cuenta los dos 
períodos de evaluación más recientes al determinar el estado de la alarma.

Monitoriza la latencia del modelo en la nueva flota

El siguiente ejemplo de alarma de CloudWatch monitoriza la latencia del modelo de la nueva flota 
durante la implementación. Puede usar esta alarma para monitorizar solo la flota nueva y excluir 
la antigua. La alarma dura todo la implementación. Este ejemplo proporciona una implementación 
completa e integral de la nueva flota e inicia una reversión a la flota anterior si la nueva flota tiene 
algún problema de tiempo de respuesta.

CloudWatch publica las métricas con la dimensión EndpointConfigName:{New-Ep-Config} una 
vez que la nueva flota comienza a recibir tráfico, y estas métricas duran incluso después de que se 
complete la implementación.

Puede utilizar el siguiente ejemplo de alarma con cualquier tipo de implementación.

#Applied deployment type: all types
{ 
    "AlarmName": "NewEndpointConfigVersionHighModelLatencyAlarm", 
    "AlarmDescription": "Monitors the model latency on new fleet", 
    "MetricName": "ModelLatency", 
    "Namespace": "AWS/SageMaker", 
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    "Statistic": "Average", 
    "Dimensions": [ 
        { 
            "Name": "EndpointName", 
            "Value": <your-endpoint-name>
        }, 
        { 
            "Name": "VariantName", 
            "Value": "AllTraffic" 
        }, 
        { 
            "Name": "EndpointConfigName", 
            "Value": <your-config-name>
    ], 
    "Period": 300, 
    "EvaluationPeriods": 2, 
    "Threshold": 100000, # 100ms 
    "ComparisonOperator": "GreaterThanThreshold", 
    "TreatMissingData": "notBreaching"
}

En el ejemplo anterior, anote los valores de los siguientes campos:

• En MetricName, utilice el valor ModelLatency para monitorizar el tiempo de respuesta del 
modelo.

• En Namespace, utilice el valor AWS/SageMaker. También puede especificar su propia métrica 
personalizada, si corresponde.

• En la dimensión EndpointName, utilice como valor el nombre del punto de conexión que está 
actualizando.

• En la dimensión VariantName, utilice el valor AllTraffic para especificar todo el tráfico de 
puntos de conexión.

• En la dimensión EndpointConfigName, el valor debe hacer referencia al nombre de 
configuración del punto de conexión para su punto de conexión nuevo o actualizado.

Note

Si desea monitorizar su flota anterior en lugar de la nueva, puede cambiar la dimensión
EndpointConfigName para especificar el nombre de la configuración de la flota anterior.
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Implementaciones azul/verde

Al actualizar su punto de conexión, Amazon Sagemaker utiliza automáticamente una implementación 
azul/verde para maximizar la disponibilidad de sus puntos de conexión. En una implementación azul/
verde, SageMaker aprovisiona una nueva flota con las actualizaciones (flota verde). A continuación, 
SageMaker desplaza el tráfico de la flota antigua (flota azul) a la flota verde. Una vez que la flota 
verde empiece a funcionar sin problemas durante un período de evaluación establecido (denominado 
período de cocción), SageMaker pondrá fin a la flota azul. Con las capacidades adicionales de las 
implementaciones azul/verde, puede utilizar los modos de cambio de tráfico y la monitorización 
de la reversión automática para proteger su punto de conexión de un impacto significativo en la 
producción.

La siguiente lista describe las características clave de las implementaciones azul/verde en 
SageMaker:

• Modos de cambio de tráfico. Los modos de cambio de tráfico para las barreras de protección 
de implementación le permiten controlar el volumen de tráfico y el número de pasos que se 
desplazan entre la flota azul y la flota verde. Esta capacidad le permite evaluar progresivamente el 
rendimiento de la flota verde sin tener que comprometerse totalmente con un cambio de tráfico al 
100 %.

• Período de cocción. El período de cocción es un período de tiempo establecido para monitorizar 
la flota verde antes de pasar a la siguiente fase de implementación. Si alguna de las alarmas 
preespecificadas se activa durante un período de cocción, todo el tráfico de los puntos de 
conexión se transfiere a la flota azul. El período de cocción le ayuda a aumentar la confianza en su 
actualización antes de hacer que el cambio de tráfico sea permanente.

• Reversiones automáticas. Puede especificar las alarmas de Amazon CloudWatch que SageMaker 
utiliza para monitorizar la flota verde. Si un problema con el código actualizado activa alguna de las 
alarmas, SageMaker inicia una reversión automática a la flota azul para mantener la disponibilidad 
y minimizar así el riesgo.

Modos de cambio de tráfico

Los distintos modos de cambio de tráfico de las implementaciones azul/verde le ofrecen un control 
más detallado de los cambios de tráfico entre la flota azul y la flota verde. Los modos de cambio de 
tráfico disponibles para las implementaciones azul/verde son simultáneas, valor controlado y lineales. 
La siguiente tabla muestra una comparación entre las diferentes opciones.
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Important

En el caso de las implementaciones azul/verde que impliquen cambios de tráfico o períodos 
de interrupción en varias etapas, se le facturará por ambas flotas durante la actualización, 
independientemente del tráfico que llegue a la flota. Esto contrasta con las implementaciones 
azul/verde en las que el tráfico cambia al mismo tiempo y no hay períodos de espera, donde 
solo se le factura una flota durante el proceso de actualización.

Nombre ¿Qué es? Ventajas Desventajas Recomendación

Todo a la vez Cambia todo el 
tráfico a la nueva 
flota en un solo 
paso.

Minimiza la 
duración total de 
la actualización.

Las actualiza 
ciones regresiva 
s afectan al 
100 % del 
tráfico.

Utilice esta 
opción para 
minimizar el 
tiempo y el coste 
de las actualiza 
ciones.

Valor controlado El tráfico cambia 
en dos pasos. 
El primer paso 
(valor controlad 
o) desplaza 
una pequeña 
parte del tráfico, 
seguido del 
segundo paso, 
que desplaza el 
resto del tráfico.

Limita el radio 
de expansión 
de las actualiza 
ciones regresiva 
s únicamente a 
la flota de valor 
controlado.

Ambas flotas 
funcionan 
en paralelo 
durante todo la 
implementación.

Utilice esta 
opción para 
lograr un equilibri 
o entre minimizar 
el radio de 
expansión de 
las actualiza 
ciones regresiva 
s y minimizar 
el tiempo de 
funcionamiento 
de dos flotas.

Lineal Una parte fija 
del tráfico se 
desplaza en 
un número 
predeterm 

Minimiza el 
riesgo de 
actualizaciones 
regresivas al 
desplazar el 

La duración y 
el coste de la 
actualización son 
proporcionales 
al número de 
pasos.

Utilice esta 
opción para 
minimizar 
el riesgo 
distribuyendo la 
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Nombre ¿Qué es? Ventajas Desventajas Recomendación

inado de pasos 
equidistantes.

tráfico en varios 
pasos.

implementación 
en varios pasos.

Introducción

Una vez que especifique la configuración de implementación deseada, SageMaker se encargará 
de aprovisionar nuevas instancias, terminar las antiguas y cambiar el tráfico por usted. Puede 
crear y gestionar su implementación mediante las API de SageMaker existentes UpdateEndpoint
y CreateEndpoint, así como los comandos AWS Command Line Interface. Tenga en cuenta que 
si su punto de conexión utiliza alguna de las funciones enumeradas en la página Exclusiones, no 
podrá utilizar las barreras de protección de implementación. Consulte las páginas de implementación 
individuales para obtener más información sobre cómo configurar su implementación:

• Actualización azul/verde con cambios de tráfico de una sola vez

• Actualización azul/verde con cambios de tráfico de valor controlado

• Actualización azul/verde con cambio lineal de tráfico

Para seguir los ejemplos guiados que muestran cómo utilizar las barreras de protección de 
implementación, consulte nuestros ejemplos de cuadernos de Jupyter para los modos de cambio de 
tráfico lineal y de valor controlado.

Cambio de tráfico todo a la vez

Dado que el tráfico cambia todo a la vez, puede implementar rápidamente una actualización de punto 
de conexión utilizando las barreras de protección de una implementación azul/verde. Puede utilizar 
esta opción de cambio de tráfico para minimizar la duración de la actualización y, al mismo tiempo, 
aprovechar las garantías de disponibilidad de las implementaciones azul/verde. La función de 
período de cocción le ayuda a monitorizar el rendimiento y la funcionalidad de las nuevas instancias 
antes de cerrar las antiguas, lo que garantiza que su nueva flota esté en pleno funcionamiento.

El siguiente diagrama muestra cómo los cambios de tráfico gestionan simultáneamente las flotas 
antiguas y nuevas.
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Cuando utiliza el cambio de tráfico todo a la vez, SageMaker enruta el 100 % del tráfico a la 
nueva flota (flota verde). Una vez que la flota verde comienza a recibir tráfico, comienza el período 
de cocción. El período de cocción es un período de tiempo establecido en el que las alarmas 
preespecificadas de Amazon CloudWatch supervisan el rendimiento de la flota verde. Si no se activa 
ninguna alarma durante el período de cocción, SageMaker cancela la flota anterior (flota azul). Si 
alguna alarma se activa durante el período de cocción, se inicia una reversión automática y el 100 % 
del tráfico vuelve a la flota azul.

Requisitos previos

Antes de configurar una implementación con un cambio de tráfico todo a la vez, debe crear alarmas 
de Amazon CloudWatch para observar las métricas desde su punto de conexión. Si alguna de 
las alarmas se activa durante el período de cocción, el tráfico vuelve a su flota azul. Para obtener 
información acerca de cómo configurar las alarmas de CloudWatch en un punto de conexión, 
consulte la página de requisitos previos Configuración y monitorización de la reversión automática. 
Para obtener más información acerca de la creación de alarmas de CloudWatch, consulte Uso de las 
alarmas de Amazon CloudWatch en la Guía del usuario de Amazon CloudWatch.

Configurar cambio de tráfico todo a la vez

Cuando esté preparado para la implementación y haya configurado las alarmas de CloudWatch para 
su punto de conexión, puede utilizar la API UpdateEndpoint de Sagemaker o el comando update-
endpoint en AWS Command Line Interface para iniciar la implementación.

Temas

• Cómo actualizar un punto de conexión (API)

• Cómo actualizar un punto de conexión con una política de actualización (API) azul/verde existente

• Cómo actualizar un punto de conexión (CLI)
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Cómo actualizar un punto de conexión (API)

El siguiente ejemplo muestra cómo actualizar su punto de conexión con un cambio de tráfico todo a 
la vez mediante UpdateEndpoint en la API de Amazon SageMaker.

import boto3
client = boto3.client("sagemaker")

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    DeploymentConfig={ 
        "BlueGreenUpdatePolicy": { 
            "TrafficRoutingConfiguration": { 
                "Type": "ALL_AT_ONCE" 
            }, 
            "TerminationWaitInSeconds": 600, 
            "MaximumExecutionTimeoutInSeconds": 1800 
        }, 
        "AutoRollbackConfiguration": { 
            "Alarms": [ 
                { 
                    "AlarmName": "<your-cw-alarm>" 
                }, 
            ] 
        } 
    }
)

Para configurar la opción de cambio de tráfico todo a la vez, haga lo siguiente:

• En EndpointName, utilice el nombre del punto de conexión existente que quiera actualizar.

• En EndpointConfigName, utilice el nombre de la configuración del punto de conexión que quiera 
utilizar.

• En DeploymentConfig y BlueGreenUpdatePolicy, in TrafficRoutingConfiguration, 
establezca el parámetro Type en ALL_AT_ONCE. Esto especifica que la implementación utiliza el 
modo de cambio de tráfico todo a la vez.

• En TerminationWaitInSeconds, use 600. Este parámetro indica a SageMaker que espere el 
tiempo especificado (en segundos) después de que la flota verde esté completamente activa antes 
de finalizar las instancias de la flota azul. En este ejemplo, SageMaker espera 10 minutos después 
del último período de cocción antes de cerrar la flota azul.
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• En MaximumExecutionTimeoutInSeconds, use 1800. Este parámetro establece el período 
máximo de tiempo durante el cual puede ejecutarse la implementación antes de que transcurra 
el tiempo de espera. En el ejemplo anterior, la implementación tiene un límite de 30 minutos para 
finalizar.

• EnAutoRollbackConfiguration, dentro del campo Alarms, puede añadir sus alarmas de 
CloudWatch por nombre. Cree una entrada AlarmName: <your-cw-alarm> para cada alarma 
que quiera utilizar.

Cómo actualizar un punto de conexión con una política de actualización (API) azul/verde existente

Cuando utiliza la API CreateEndpoint para crear un punto de conexión, puede especificar, si lo 
desea, una configuración de implementación para reutilizarla en futuras actualizaciones del punto de 
conexión. Puede usar las mismas opciones de DeploymentConfig que en el ejemplo anterior de la 
API UpdateEndpoint. No hay cambios en el comportamiento de la API CreateEndpoint. Al especificar 
la configuración de implementación, no se realiza automáticamente ninguna actualización azul/verde 
en el punto de conexión.

La opción de usar una configuración de implementación anterior se produce cuando se usa la API
UpdateEndpoint para actualizar el punto de conexión. Al actualizar el punto de conexión, puede 
utilizar la opción RetainDeploymentConfig para conservar la configuración de implementación 
que haya especificado al crear el punto de conexión.

Al llamar a la API UpdateEndpoint, establezca RetainDeploymentConfig en True para mantener 
las opciones DeploymentConfig de la configuración de su punto de conexión original.

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    RetainDeploymentConfig=True
)

Cómo actualizar un punto de conexión (CLI)

Si utiliza el AWS CLI, en el siguiente ejemplo se muestra cómo iniciar una implementación azul/verde 
todo a la vez mediante el comando update-endpoint.

update-endpoint
--endpoint-name <your-endpoint-name> 
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--endpoint-config-name <your-config-name> 
--deployment-config '"BlueGreenUpdatePolicy": {"TrafficRoutingConfiguration": {"Type": 
 "ALL_AT_ONCE"}, 
    "TerminationWaitInSeconds": 600, "MaximumExecutionTimeoutInSeconds": 1800}, 
    "AutoRollbackConfiguration": {"Alarms": [{"AlarmName": "<your-alarm>"}]}'

Para configurar la opción de cambio de tráfico todo a la vez, haga lo siguiente:

• En endpoint-name, use el nombre del punto de conexión que quiera actualizar.

• En endpoint-config-name, utilice el nombre de la configuración del punto de conexión que 
quiera utilizar.

• En deployment-config, utilice un objeto JSON BlueGreenUpdatePolicy.

Note

Si prefiere guardar el objeto JSON en un archivo, consulte Generación de parámetros 
esquemáticos AWS CLI y de entrada en la Guía del usuario de AWS CLI.

Cambio de tráfico de valor controlado

Con el cambio de tráfico de valor controlado, puede probar una parte del tráfico de puntos de 
conexión en la nueva flota, mientras que la antigua flota presta servicio al resto del tráfico. Este 
paso de prueba es una barrera de seguridad que valida la funcionalidad de la nueva flota antes de 
transferir todo el tráfico a la nueva flota. Aún tienes las ventajas de una implementación azul/verde, y 
la función de canalización añadida le permite asegurarse de que su nueva flota (verde) puede hacer 
inferencias antes de dejar que gestione el 100 % del tráfico.

La parte de su flota verde que se activa para recibir tráfico se denomina valor controlado y puede 
elegir el tamaño de dicho valor controlado. Tenga en cuenta que el tamaño del valor controlado 
debe ser inferior o igual al 50 % de la capacidad de la flota nueva. Cuando finaliza el período de 
cocción y no se activa ninguna alarma de Amazon CloudWatch previamente especificada, el resto 
del tráfico pasa de la flota antigua (azul) a la flota verde. El cambio de tráfico en el valor controlado 
le proporciona más seguridad durante la implementación, ya que cualquier problema con el modelo 
actualizado solo afecta al valor controlado.

El siguiente diagrama muestra cómo el cambio de tráfico de valor controlado gestiona la distribución 
del tráfico entre las flotas azul y verde.
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Una vez que SageMaker aprovisiona la flota verde, dirige una parte del tráfico entrante (por ejemplo, 
el 25 %) al valor controlado. A continuación, comienza el período de cocción, durante el cual las 
alarmas de CloudWatch supervisan el rendimiento de la flota verde. Durante este tiempo, tanto la 
flota azul como la verde están parcialmente activas y reciben tráfico. Si alguna de las alarmas se 
activa durante el período de inactividad, SageMaker inicia una reversión y todo el tráfico vuelve a 
la flota azul. Si ninguna de las alarmas se activa, todo el tráfico pasa a la flota verde y se produce 
un último período de inactividad. Si el último período de cocción finaliza sin que se active ninguna 
alarma, la flota verde atiende a todo el tráfico y SageMaker pone fin a la flota azul.

Requisitos previos

Antes de configurar una implementación con el cambio de tráfico de valor controlado, debe crear 
alarmas de Amazon CloudWatch para monitorizar las métricas desde su punto de conexión. Las 
alarmas están activas durante el período de cocción y, si alguna alarma se activa, todo el tráfico 
de los puntos de conexión se transfiere a la flota azul. Para obtener más información acerca de 
cómo configurar las alarmas de CloudWatch en un punto de conexión, consulte la página de 
requisitos previos Configuración y monitorización de la reversión automática. Para obtener más 
información acerca de la creación de alarmas de CloudWatch, consulte Uso de las alarmas de 
Amazon CloudWatch en la Guía del usuario de Amazon CloudWatch.
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Configurar cambio de tráfico de valor controlado

Cuando lo tenga todo preparado para la implementación y haya configurado las alarmas de 
Amazon CloudWatch para su punto de conexión, puede utilizar la API UpdateEndpoint de Amazon 
Sagemaker o el comando update-endpoint en el AWS CLI para iniciar la implementación.

Temas

• Cómo actualizar un punto de conexión (API)

• Cómo actualizar un punto de conexión con una política de actualización (API) azul/verde existente

• Cómo actualizar un punto de conexión (CLI)

Cómo actualizar un punto de conexión (API)

El siguiente ejemplo de la API UpdateEndpoint muestra cómo se puede actualizar un punto final con 
cambios de tráfico de valor controlado.

import boto3
client = boto3.client("sagemaker")

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    DeploymentConfig={ 
        "BlueGreenUpdatePolicy": { 
            "TrafficRoutingConfiguration": { 
                "Type": "CANARY", 
                "CanarySize": { 
                    "Type": "CAPACITY_PERCENT", 
                    "Value": 30 
                }, 
                "WaitIntervalInSeconds": 600 
            }, 
            "TerminationWaitInSeconds": 600, 
            "MaximumExecutionTimeoutInSeconds": 1800 
        }, 
        "AutoRollbackConfiguration": { 
            "Alarms": [ 
                { 
                    "AlarmName": "<your-cw-alarm>" 
                } 
            ] 
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        } 
    }
)

Para configurar la opción de cambio de tráfico de valor controlado, haga lo siguiente:

• En EndpointName, utilice el nombre del punto de conexión existente que quiera actualizar.

• En EndpointConfigName, utilice el nombre de la configuración de punto de conexión que quiera 
utilizar.

• En DeploymentConfig y BlueGreenUpdatePolicy, en TrafficRoutingConfiguration, 
establezca el parámetro Type en CANARY. Esto especifica que la implementación utiliza el cambio 
de tráfico de valor controlado.

• En el campo CanarySize, puede cambiar el tamaño del valor controlado modificando los 
parámetros Type y Value. En Type, utilice CAPACITY_PERCENT, es decir, el porcentaje de su 
flota verde que quiera usar como valor controlado y, a continuación, establezca Value en 30. En 
este ejemplo, utilizas el 30% de la capacidad de la flota verde como valor controlado. Tenga en 
cuenta que el tamaño del valor controlado debe ser igual o inferior al 50 % de la capacidad de la 
flota verde.

• En WaitIntervalInSeconds, use 600. El parámetro indica a SageMaker que espere el período 
de tiempo especificado (en segundos) entre cada cambio de intervalo. Este intervalo es la duración 
del período de cocción de los valores controlados. En el ejemplo anterior, SageMaker espera 10 
minutos después del turno de valores controlados y, a continuación, completa el segundo y último 
cambio de tráfico.

• En TerminationWaitInSeconds, use 600. Este parámetro indica a SageMaker que espere el 
tiempo especificado (en segundos) después de que la flota verde esté completamente activa antes 
de finalizar las instancias de la flota azul. En este ejemplo, SageMaker espera 10 minutos después 
del último período de cocción antes de cerrar la flota azul.

• En MaximumExecutionTimeoutInSeconds, use 1800. Este parámetro establece el período 
máximo de tiempo durante el cual puede ejecutarse la implementación antes de que transcurra 
el tiempo de espera. En el ejemplo anterior, la implementación tiene un límite de 30 minutos para 
finalizar.

• En AutoRollbackConfiguration, dentro del campo Alarms, puede añadir sus alarmas de 
CloudWatch por nombre. Cree una entrada AlarmName: <your-cw-alarm> para cada alarma 
que quiera utilizar.
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Cómo actualizar un punto de conexión con una política de actualización (API) azul/verde existente

Cuando utilice la API CreateEndpoint para crear un punto de conexión, puede especificar, si lo 
desea, una configuración de implementación para reutilizarla en futuras actualizaciones del punto de 
conexión. Puede usar las mismas opciones de DeploymentConfig que en el ejemplo anterior de la 
API UpdateEndpoint. No hay cambios en el comportamiento de la API CreateEndpoint. Al especificar 
la configuración de implementación, no se realiza automáticamente ninguna actualización azul/verde 
en el punto de conexión.

La opción de usar una configuración de implementación anterior se produce cuando se usa la API
UpdateEndpoint para actualizar el punto de conexión. Al actualizar el punto de conexión, puede 
utilizar la opción RetainDeploymentConfig para conservar la configuración de implementación 
que haya especificado al crear el punto de conexión.

Al llamar a la API UpdateEndpoint, establezca RetainDeploymentConfig en True para mantener 
las opciones DeploymentConfig de la configuración de su punto de conexión original.

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    RetainDeploymentConfig=True
)

Cómo actualizar un punto de conexión (CLI)

Si está utilizando el AWS CLI, el siguiente ejemplo muestra cómo iniciar una implementación de valor 
controlado azul/verde mediante el comando update-endpoint.

update-endpoint
--endpoint-name <your-endpoint-name>
--endpoint-config-name <your-config-name> 
--deployment-config '"BlueGreenUpdatePolicy": {"TrafficRoutingConfiguration": {"Type": 
 "CANARY", 
    "CanarySize": {"Type": "CAPACITY_PERCENT", "Value": 30}, "WaitIntervalInSeconds": 
 600}, 
    "TerminationWaitInSeconds": 600, "MaximumExecutionTimeoutInSeconds": 1800}, 
    "AutoRollbackConfiguration": {"Alarms": [{"AlarmName": "<your-alarm>"}]}'

Para configurar la opción de cambio de tráfico de valor controlado, haga lo siguiente:

• En endpoint-name, utilice el nombre del punto de conexión que quiera actualizar.
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• En endpoint-config-name, utilice el nombre de la configuración del punto de conexión que 
quiera utilizar.

• En deployment-config, utilice un objeto JSON BlueGreenUpdatePolicy.

Note

Si prefiere guardar el objeto JSON en un archivo, consulte Generación de parámetros 
esquemáticos AWS CLI y de entrada en la Guía del usuario de AWS CLI.

Cambio de tráfico lineal

El cambio lineal del tráfico le permite transferir gradualmente el tráfico de su flota anterior (flota azul) 
a su nueva flota (flota verde). Con el cambio de tráfico lineal, puede desplazar el tráfico en varios 
pasos, lo que minimiza la posibilidad de que se produzca una interrupción en su punto de conexión. 
Esta opción de implementación azul/verde le brinda el control más detallado sobre los cambios de 
tráfico.

Puede elegir el número de instancias o el porcentaje de la capacidad de la flota verde que se activará 
en cada paso. Cada paso lineal solo debe representar entre el 10 y el 50 % de la capacidad de 
la flota verde. Para cada paso, hay un período de espera durante el cual las alarmas de Amazon 
CloudWatch preespecificadas supervisan las métricas de la flota verde. Cuando finalice el período de 
cocción y no se active ninguna alarma, la parte activa de su flota verde seguirá recibiendo tráfico y 
comenzará un nuevo paso. Si las alarmas se activan durante alguno de los períodos de cocción, el 
100 % del tráfico de los puntos de conexión se transfiere a la flota azul.

El siguiente diagrama muestra cómo el tráfico lineal desvía el tráfico hacia las flotas azul y verde.
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Una vez que SageMaker aprovisiona la nueva flota, la primera parte de la flota verde se enciende 
y recibe tráfico. SageMaker desactiva una parte del mismo tamaño de la flota azul y comienza el 
período de cocción. Si se activa alguna alarma, todo el tráfico de los puntos de conexión se transfiere 
a la flota azul. Al finalizar el período de cocción, comienza el siguiente paso. Otra parte de la flota 
verde se activa y recibe tráfico, otra parte de la flota azul se desactiva y comienza otro período de 
cocción. El mismo proceso se repite hasta que la flota azul esté completamente desactivada y la 
flota verde esté completamente activa y reciba todo el tráfico. Si se activa una alarma en cualquier 
momento, SageMaker finaliza el proceso de cambio y el 100 % del tráfico vuelve a la flota azul.

Requisitos previos

Antes de configurar una implementación con un cambio de tráfico lineal, debe crear alarmas de 
CloudWatch para monitorizar las métricas de su punto de conexión. Las alarmas están activas 
durante el período de cocción y, si alguna alarma se activa, todo el tráfico de los puntos de conexión 
se transfiere a la flota azul. Para obtener más información acerca de cómo configurar las alarmas 
de CloudWatch en un punto de conexión, consulte la página de requisitos previos Configuración y 
monitorización de la reversión automática. Para obtener más información acerca de la creación de 
alarmas de CloudWatch, consulte Uso de las alarmas de Amazon CloudWatch en la Guía del usuario 
de Amazon CloudWatch.

Configurar el cambio de tráfico lineal

Cuando esté preparado para la implementación y haya configurado las alarmas de CloudWatch para 
su punto de conexión, puede utilizar la API UpdateEndpoint de Amazon SageMaker o el comando
update-endpoint para iniciar en la AWS CLI para iniciar la implementación.
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Temas

• Cómo actualizar un punto de conexión (API)

• Cómo actualizar un punto de conexión con una política de actualización (API) azul/verde existente

• Cómo actualizar un punto de conexión (CLI)

Cómo actualizar un punto de conexión (API)

El siguiente ejemplo de la API UpdateEndpoint muestra cómo se puede actualizar un punto de 
conexión con un cambio de tráfico lineal.

import boto3
client = boto3.client("sagemaker")

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    DeploymentConfig={ 
        "BlueGreenUpdatePolicy": { 
            "TrafficRoutingConfiguration": { 
                "Type": "LINEAR", 
                "LinearStepSize": { 
                    "Type": "CAPACITY_PERCENT", 
                    "Value": 20 
                }, 
                "WaitIntervalInSeconds": 300 
            }, 
            "TerminationWaitInSeconds": 300, 
            "MaximumExecutionTimeoutInSeconds": 3600 
        }, 
        "AutoRollbackConfiguration": { 
            "Alarms": [ 
                { 
                    "AlarmName": "<your-cw-alarm>" 
                } 
            ] 
        } 
    }
)

Para configurar la opción de cambio de tráfico lineal, haga lo siguiente:
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• En EndpointName, utilice el nombre del punto de conexión existente que quiera actualizar.

• En EndpointConfigName, utilice el nombre de la configuración de punto de conexión que quiera 
utilizar.

• En DeploymentConfig y BlueGreenUpdatePolicy, en TrafficRoutingConfiguration, 
establezca el parámetro Type en LINEAR. Esto especifica que la implementación utiliza el 
desplazamiento lineal del tráfico.

• En el campo LinearStepSize, puede cambiar el tamaño de los pasos modificando los 
parámetros Type y Value. En Type, utilice CAPACITY_PERCENT, es decir, el porcentaje de su 
flota verde que quiera utilizar como tamaño de paso y, a continuación, establezca Value en 20. 
En este ejemplo, se activa el 20 % de la capacidad de la flota verde para cada paso de cambio de 
tráfico. Tenga en cuenta que, al personalizar el tamaño de su paso lineal, solo debe usar pasos 
que ocupen entre el 10 y el 50 % de la capacidad de la flota verde.

• En WaitIntervalInSeconds, use 300. El parámetro indica a SageMaker que espere el período 
de tiempo especificado (en segundos) entre cada cambio de tráfico. Este intervalo es la duración 
del período de cocción entre cada paso lineal. En el ejemplo anterior, SageMaker espera 5 minutos 
entre cada cambio de tráfico.

• En TerminationWaitInSeconds, use 300. Este parámetro indica a SageMaker que espere el 
tiempo especificado (en segundos) después de que la flota verde esté completamente activa antes 
de finalizar las instancias de la flota azul. En este ejemplo, SageMaker espera 5 minutos después 
del último período de cocción antes de cerrar la flota azul.

• En MaximumExecutionTimeoutInSeconds, use 3600. Este parámetro establece el período 
máximo de tiempo durante el cual puede ejecutarse la implementación antes de que transcurra el 
tiempo de espera. En el ejemplo anterior, la implementación tiene un límite de 1 hora para finalizar.

• En AutoRollbackConfiguration, dentro del campo Alarms, puede añadir sus alarmas de 
CloudWatch por nombre. Cree una entrada AlarmName: <your-cw-alarm> para cada alarma 
que quiera utilizar.

Cómo actualizar un punto de conexión con una política de actualización (API) azul/verde existente

Cuando utilice la API CreateEndpoint para crear un punto de conexión, puede especificar, si lo 
desea, una configuración de implementación para reutilizarla en futuras actualizaciones del punto de 
conexión. Puede usar las mismas opciones de DeploymentConfig que en el ejemplo anterior de la 
API UpdateEndpoint. No hay cambios en el comportamiento de la API CreateEndpoint. Al especificar 
la configuración de implementación, no se realiza automáticamente ninguna actualización azul/verde 
en el punto de conexión.
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La opción de usar una configuración de implementación anterior se produce cuando se usa la API
UpdateEndpoint para actualizar el punto de conexión. Al actualizar el punto de conexión, puede 
utilizar la opción RetainDeploymentConfig para conservar la configuración de implementación 
que haya especificado al crear el punto de conexión.

Al llamar a la API UpdateEndpoint, establezca RetainDeploymentConfig en True para mantener 
las opciones DeploymentConfig de la configuración de su punto de conexión original.

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    RetainDeploymentConfig=True
)

Cómo actualizar un punto de conexión (CLI)

Si utiliza el AWS CLI, en el siguiente ejemplo se muestra cómo iniciar una implementación lineal azul/
verde mediante el comando update-endpoint.

update-endpoint
--endpoint-name <your-endpoint-name>
--endpoint-config-name <your-config-name> 
--deployment-config '{"BlueGreenUpdatePolicy": {"TrafficRoutingConfiguration": {"Type": 
 "LINEAR", 
    "LinearStepSize": {"Type": "CAPACITY_PERCENT", "Value": 20}, 
 "WaitIntervalInSeconds": 300}, 
    "TerminationWaitInSeconds": 300, "MaximumExecutionTimeoutInSeconds": 3600}, 
    "AutoRollbackConfiguration": {"Alarms": [{"AlarmName": "<your-alarm>"}]}'

Para configurar la opción de cambio de tráfico lineal, haga lo siguiente:

• En endpoint-name, utilice el nombre del punto de conexión que quiera actualizar.

• En endpoint-config-name, utilice el nombre de la configuración del punto de conexión que 
quiera utilizar.

• En deployment-config, utilice un objeto JSON BlueGreenUpdatePolicy.
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Note

Si prefiere guardar el objeto JSON en un archivo, consulte Generación de parámetros 
esquemáticos AWS CLI y de entrada en la Guía del usuario de AWS CLI.

Implementaciones continuas

Cuando actualiza su punto de conexión, puede especificar una implementación continua para 
cambiar gradualmente el tráfico de su flota anterior a una flota nueva. Puede controlar el tamaño 
de los pasos del cambio de tráfico, así como especificar un período de evaluación para monitorizar 
las nuevas instancias en busca de problemas antes de cerrar las instancias de la flota anterior. 
Con las implementaciones sucesivas, las instancias de la flota anterior se limpian después de cada 
cambio de tráfico a la nueva flota, lo que reduce la cantidad de instancias adicionales necesarias 
para actualizar el punto de conexión. Esto resulta especialmente útil para las instancias aceleradas 
que tienen una gran demanda.

Las implementaciones sucesivas sustituyen gradualmente la implementación anterior de la 
versión del modelo por la nueva versión mediante la actualización del punto de conexión en 
tamaños de lote configurables. El comportamiento de cambio de tráfico de las implementaciones 
continuas es similar al modo de cambio de tráfico lineal de las implementaciones azul/verde, 
pero las implementaciones continuas ofrecen la ventaja de reducir los requisitos de capacidad en 
comparación con las implementaciones azul/verde. Con las implementaciones continuas, hay menos 
instancias activas a la vez y usted tiene un control más detallado sobre el número de instancias que 
desea actualizar en la nueva flota. Debería considerar utilizar una implementación continua en lugar 
de una implementación azul/verde si tiene modelos grandes o un punto de conexión grande con 
muchas instancias.

En la siguiente lista se describen las características clave de las implementaciones continuas en 
Amazon SageMaker:

• Período de cocción.El período de cocción es un período de tiempo establecido para monitorizar 
la nueva flota antes de pasar a la siguiente fase de implementación. Si alguna de las alarmas 
preespecificadas se activa durante un período de inactividad, todo el tráfico de los puntos de 
conexión se transfiere a la flota anterior. El período de cocción le ayuda a aumentar la confianza 
en su actualización antes de hacer que el cambio de tráfico sea permanente.

• Tamaño del lote continuo. Tiene control granular sobre el tamaño de cada lote para el cambio de 
tráfico o la cantidad de instancias que desea actualizar en cada lote. Este número puede oscilar 
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entre el 5 y el 50 % del tamaño de su flota. Puede especificar el tamaño del lote como un número 
de instancias o como el porcentaje total de su flota.

• Reversiones automáticas. Puede especificar las alarmas de Amazon CloudWatch que SageMaker 
utilizará para monitorizar la nueva flota. Si un problema con el código actualizado activa alguna 
de las alarmas, SageMaker inicia una reversión automática a la flota anterior para mantener la 
disponibilidad y minimizar así el riesgo.

Note

Si su punto de conexión utiliza alguna de las características enumeradas en la página
Exclusiones, no podrá utilizar implementaciones continuas.

Cómo funciona

Durante una implementación continua, SageMaker proporciona la infraestructura para cambiar el 
tráfico de la flota antigua a la flota nueva sin tener que aprovisionar todas las instancias nuevas de 
una vez. SageMaker utiliza los siguientes pasos para desviar el tráfico:

1. SageMaker aprovisiona el primer lote de instancias de la nueva flota.

2. Una parte del tráfico se desplaza de las instancias antiguas al primer lote de instancias nuevas.

3. Tras el período de cocción, si no se activa ninguna alarma de Amazon CloudWatch, SageMaker 
limpia un lote de instancias antiguas.

4. SageMaker continúa aprovisionando, desplazando y limpiando las instancias por lotes hasta que 
se complete la implementación.

Si se activa una alarma durante uno de los períodos de espera, el tráfico vuelve a la flota anterior 
en lotes del tamaño que usted especifique. Como alternativa, puede especificar la implementación 
continua para que el 100 % del tráfico vuelva a la flota anterior en caso de que se active una alarma.

El siguiente diagrama muestra la progresión de una implementación continua correcta, tal y como se 
describe en los pasos anteriores.
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Para crear una implementación continua, solo tiene que especificar la configuración de la 
implementación que desee. Luego, SageMaker se encarga del aprovisionamiento de nuevas 
instancias, la cancelación de las antiguas y el traslado del tráfico por usted. Puede crear y gestionar 
su implementación mediante las API de SageMaker existentes UpdateEndpoint y CreateEndpoint, 
así como los comandos AWS Command Line Interface.

Requisitos previos

Antes de configurar una implementación continua, debe crear alarmas de Amazon CloudWatch 
para ver las métricas desde su punto de conexión. Si alguna de las alarmas se activa durante el 
período de cocción, el tráfico empezará a repercutir en su flota anterior. Para obtener información 
sobre cómo configurar las alarmas de CloudWatch en un punto de conexión, consulte la página 
de requisitos previos: Configuración y monitorización de reversiones automáticas. Para obtener 
más información acerca de la creación de alarmas de CloudWatch, consulte Uso de las alarmas de 
Amazon CloudWatch en la Guía del usuario de Amazon CloudWatch.

Además, consulte la página Exclusiones para asegurarse de que su punto de conexión cumple con 
los requisitos para una implementación continua.
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Determine el tamaño del lote continuo

Antes de actualizar el punto de conexión, determine el tamaño del lote que quiera utilizar para 
transferir el tráfico de forma gradual a la nueva flota.

En las implementaciones continuas, puede especificar un tamaño de lote que represente entre el 
5 y el 50 % de la capacidad de su flota. Si elige un tamaño de lote grande, la implementación se 
completa más rápidamente. Sin embargo, tenga en cuenta que el punto de conexión requiere más 
capacidad durante la actualización, aproximadamente la sobrecarga del tamaño del lote. Si elige 
un tamaño de lote más pequeño, la implementación tardará más, pero utilizará menos capacidad 
durante la implementación.

Configurar una implementación continua

Una vez que esté listo para su implementación y haya configurado las alarmas de CloudWatch para 
su punto de conexión, puede usar la API UpdateEndpoint de SageMaker o el comando update-
endpoint en AWS Command Line Interface para iniciar la implementación.

¿Cómo actualizar un punto de conexión?

El siguiente ejemplo muestra cómo actualizar su punto de conexión con una implementación 
continua mediante el método update_endpoint del cliente SageMaker de Boto3.

Para configurar una implementación continua, utilice el ejemplo y los campos siguientes:

• En EndpointName, utilice el nombre del punto de conexión existente que quiera actualizar.

• En EndpointConfigName, utilice el nombre de la configuración del punto de conexión que quiera 
utilizar.

• En el objeto AutoRollbackConfiguration, dentro del campo Alarms, puede añadir sus 
alarmas de CloudWatch por nombre. Cree una entrada AlarmName: <your-cw-alarm> para 
cada alarma que quiera utilizar.

• En DeploymentConfig, para el objeto RollingUpdatePolicy, especifique los siguientes 
campos:

• MaximumExecutionTimeoutInSeconds: el límite de tiempo para la implementación total. Si 
se supera este límite, el tiempo de espera se agota. El valor máximo que puede especificar para 
este campo es de 28800 segundos u 8 horas.

• WaitIntervalInSeconds: la duración del período de cocción, durante el cual SageMaker 
monitoriza las alarmas de cada lote de la nueva flota.
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• MaximumBatchSize: especifique el Type del lote que quiera utilizar (el número de instancias o 
el porcentaje total de su flota) y el Value o tamaño de cada lote.

• RollbackMaximumBatchSize: utilice este objeto para especificar la estrategia de reversión 
en caso de que se active una alarma. Especifique el Type del lote que quiera utilizar (número 
de instancias o porcentaje total de su flota) y el Value o tamaño de cada lote. Si no especifica 
estos campos o si establece el valor en el 100 % de su punto de conexión, SageMaker utiliza 
una estrategia de reversión azul/verde y devuelve todo el tráfico a la flota anterior cuando se 
activa una alarma.

import boto3
client = boto3.client("sagemaker")

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    DeploymentConfig={ 
        "AutoRollbackConfiguration": { 
            "Alarms": [ 
                { 
                    "AlarmName": "<your-cw-alarm>" 
                }, 
            ] 
        }, 
        "RollingUpdatePolicy": {  
            "MaximumExecutionTimeoutInSeconds": number, 
            "WaitIntervalInSeconds": number, 
            "MaximumBatchSize": { 
                "Type": "INSTANCE_COUNT" | "CAPACITY_PERCENTAGE" (default), 
                "Value": number 
            }, 
            "RollbackMaximumBatchSize": { 
                "Type": "INSTANCE_COUNT" | "CAPACITY_PERCENTAGE" (default), 
                "Value": number 
            }, 
        }   
    }
)

Tras actualizar el dispositivo, es posible que desee comprobar el estado de su implementación 
continua y comprobar el estado de su punto de conexión. Puede revisar el estado de su punto de 
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conexión en la consola de SageMaker o puede revisar el estado de su punto de conexión mediante 
la API DescribeEndpoint.

En el objeto VariantStatus devuelto por la API DescribeEndpoint, el campo Status
indica el estado actual de implementación o funcionamiento de su dispositivo de punto de 
conexión. Para obtener más información sobre los posibles estados y su significado, consulte
ProductionVariantStatus.

Si ha intentado realizar una implementación continua y el estado de su punto de conexión es
UpdateRollbackFailed, consulte la siguiente sección para obtener ayuda con la solución de 
problemas.

Administración de errores

Si las implementaciones continuas fallan y la reversión automática también falla, el punto de 
conexión puede quedarse con el estado de UpdateRollbackFailed. Este estado significa que 
se han implementado diferentes configuraciones de punto de conexión en las instancias situadas 
detrás de su punto de conexión y que este está en servicio con una combinación de configuraciones 
de punto de conexión antiguas y nuevas.

Puede realizar otra llamada a la API UpdateEndpoint para devolver el punto de conexión a un estado 
correcto. Especifique la configuración del punto de conexión y la configuración de implementación 
que quiera (ya sea una implementación continua, una implementación azul/verde o ninguna de las 
dos) para actualizar su punto de conexión.

Puede llamar a la API DescribeEndpoint para comprobar de nuevo el estado de su punto de 
conexión, que se devuelve en el objeto VariantStatus como el campo Status. Si la actualización 
se realiza correctamente, el Status del punto de conexión devolverá InService.

Exclusiones

Al realizar una implementación azul/verde o continua, la nueva configuración de punto final debe 
tener el mismo nombre de variante que la configuración de punto final anterior. También hay 
exclusiones basadas en funciones que hacen que su punto de conexión sea incompatible con las 
barreras de protección de implementación en este momento. Si su punto de conexión utiliza alguna 
de las siguientes características, no podrá utilizar las barreras de protección de implementación en 
su punto de conexión, por lo que volverá a utilizar una implementación azul/verde, en la que el tráfico 
se desplazará al mismo tiempo y no tendrá un período de espera final:

• Contenedores de Marketplace
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• Puntos de conexión que utilizan instancias Inf1 (basadas en inferencia)

• Puntos de conexión de Amazon Elastic Inference

Si va a realizar una implementación progresiva, hay exclusiones adicionales basadas en 
características:

• Terminales de conexión de inferencias sin servidor

• Puntos de conexión de inferencia con múltiples variantes

Pruebas de sombra

Con Amazon SageMaker, puede evaluar cualquier cambio en su infraestructura de servicio de 
modelos comparando su rendimiento con la infraestructura actualmente implementada. Esta práctica 
se conoce como pruebas de sombra. Las pruebas de sombra pueden ayudarle a detectar posibles 
errores de configuración y problemas de rendimiento antes de que afecten a los usuarios finales. Con 
Sagemaker, no necesita invertir en la creación de su infraestructura de pruebas de sombra, por lo 
que puede centrarse en el desarrollo de modelos.

Puede utilizar esta capacidad para validar los cambios en cualquier componente de su variante 
de producción, es decir, el modelo, el contenedor o la instancia, sin que ello afecte al usuario final. 
Resulta útil en situaciones que incluyen, entre otras, las siguientes:

• Está planteándose pasar a producción un nuevo modelo que se ha validado sin conexión, pero 
quiere evaluar las métricas de rendimiento operativo, como la latencia y la tasa de errores, antes 
de tomar esta decisión.

• Está considerando realizar cambios en el contenedor de su infraestructura de servicio, como 
parchear las vulnerabilidades o actualizar a versiones más recientes, y desea evaluar el impacto 
de estos cambios antes de pasar a la fase de producción.

• Está pensando en cambiar su instancia de ML y quiere evaluar el rendimiento de la nueva 
instancia con las solicitudes de inferencia en tiempo real.

La consola de Sagemaker proporciona una experiencia guiada para gestionar el flujo de trabajo 
de las pruebas de sombra. Puede configurar las pruebas de sombra durante un período de tiempo 
predefinido, supervisar el progreso de la prueba a través de un panel de control en vivo, limpiarlas 
una vez finalizadas y actuar en función de los resultados. Seleccione una variante de producción 
con la que desee realizar la prueba y Sagemaker desplegará automáticamente la nueva variante en 
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modo oculto y le enviará una copia de las solicitudes de inferencia en tiempo real dentro del mismo 
punto de conexión. Solo las respuestas de la variante de producción se devuelven a la aplicación 
que realiza la llamada. Puede optar por descartar o registrar las respuestas de la variante oculta para 
compararlas sin conexión a Internet. Para obtener más información sobre las variantes de producción 
y sombra, consulte Valide de forma segura modelos en producción. Tenga en cuenta que si su punto 
de conexión utiliza alguna de las características enumeradas en la página Exclusiones, no podrá 
utilizar las pruebas de sombra.

Para obtener instrucciones sobre cómo crear una prueba de sombra, consulte Crea una prueba de 
sombras.

Crea una prueba de sombras

Puedes crear una prueba paralela para comparar el rendimiento de una variante oculta con el de una 
variante de producción. Puede ejecutar la prueba en un punto final existente que atienda solicitudes 
de inferencia o puede crear un nuevo punto final en el que ejecutar la prueba.

Para crear una prueba paralela, debe especificar lo siguiente:

• Una variante de producción que recibe y responde al 100 por ciento de las solicitudes de inferencia 
entrantes.

• Una variante oculta que recibe un porcentaje de las solicitudes entrantes, replicadas desde la 
variante de producción, pero que no devuelve ninguna respuesta.

Para cada variante, puedes utilizarla SageMaker para controlar el modelo, el tipo de instancia y el 
número de instancias. Puedes configurar el porcentaje de solicitudes entrantes, conocido como 
porcentaje de muestreo de tráfico, que deseas replicar en tu variante oculta. SageMaker gestiona 
la replicación de las solicitudes en tu variante oculta y puedes modificar el porcentaje de muestreo 
de tráfico cuando la prueba esté programada o en ejecución. Si lo desea, también puede activar 
la captura de datos para registrar las solicitudes y respuestas de sus variantes de producción y 
clandestinas.

Note

SageMaker admite un máximo de una variante de sombra por punto final. Para un punto final 
con una variante de sombra, puede haber un máximo de una variante de producción.
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Puede programar la prueba para que comience en cualquier momento y continúe durante un tiempo 
específico. La duración predeterminada es de 7 días y la máxima de 30 días. Una vez finalizada la 
prueba, el punto final vuelve al estado en el que se encontraba antes de comenzar la prueba. Esto 
garantiza que no tenga que limpiar los recursos manualmente una vez finalizada la prueba.

Puede supervisar una prueba que se esté ejecutando a través de un panel de control de la 
SageMaker consola. El panel proporciona una comparación paralela de las métricas de invocación 
y las métricas de instancia entre las variantes de producción y sombra, junto con una vista tabular 
con las estadísticas de métricas relevantes. Este panel también está disponible para las pruebas 
completadas. Una vez que hayas revisado las métricas, puedes elegir entre promocionar la variante 
oculta para convertirla en la nueva variante de producción o conservar la variante de producción 
existente. Una vez que promocionas la variante oculta, esta responde a todas las solicitudes 
entrantes. Para obtener más información, consulte Promover una variante de sombra.

El siguiente procedimiento describe cómo crear una prueba oculta a través de la SageMaker consola. 
Existen variaciones en el flujo de trabajo en función de si desea utilizar un punto final existente o 
crear un punto final nuevo para la prueba de sombra.

Temas

• Requisitos previos

• Introduce los detalles de la prueba oculta

• Introduzca la configuración de la prueba de sombras

Requisitos previos

Antes de crear una prueba paralela con la SageMaker consola, debe tener un SageMaker modelo 
listo para su uso. Para obtener más información sobre cómo crear un SageMaker modelo, 
consulteImplemente modelos para inferencias en tiempo real.

Puede comenzar con las pruebas paralelas con un punto final existente con una variante de 
producción y una variante oculta, un punto final existente con solo una variante de producción o solo 
con los SageMaker modelos que desee comparar. Las pruebas ocultas permiten crear un punto final 
y añadir variantes antes de que comience la prueba.

Introduce los detalles de la prueba oculta

Para empezar a crear tu prueba de sombras, rellena la página Introduce los detalles de la prueba de 
sombras haciendo lo siguiente:
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1. Abra la consola de SageMaker .

2. En el panel de navegación izquierdo, selecciona Inferencia y, a continuación, selecciona
Pruebas de sombra.

3. Seleccione Crear prueba de sombras.

4. En Nombre, introduzca un nombre para la prueba.

5. (Opcional) En Descripción, introduzca una descripción para la prueba.

6. (Opcional) Especifique las etiquetas mediante pares de clave y valor.

7. Elija Siguiente.

Introduzca la configuración de la prueba de sombras

Tras rellenar la página de detalles de introducción de la prueba de sombras, rellene la página de
configuración de introducción de la prueba de sombras. Si ya tiene un punto final de SageMaker 
inferencia y una variante de producción, siga el flujo de trabajo Utilizar un punto final existente. Si aún 
no tiene un punto final, siga el flujo de trabajo Crear un nuevo punto final.

Use an existing endpoint

Si desea utilizar un punto final existente para la prueba, complete la página Introducir la 
configuración de la prueba paralela de la siguiente manera:

1. Elija un rol que tenga la política de AmazonSageMakerFullAccess IAM adjunta.

2. Elija Usar un punto final existente y, a continuación, elija uno de los puntos finales 
disponibles.

3. (Opcional) Para cifrar el volumen de almacenamiento de su terminal, elija una clave de KMS 
existente o seleccione Introducir un ARN de clave de KMS en la lista desplegable de Clave 
de cifrado. Si elige la segunda opción, aparecerá un campo para introducir el ARN de la clave 
KMS. Introduzca el ARN de la clave KMS en ese campo.

4. Si tiene varias variantes de producción detrás de ese punto final, elimine las que no desee 
usar para la prueba. Para eliminar una variante del modelo, selecciónela y, a continuación, 
elija Eliminar.

5. Si aún no tiene una variante de sombra, añada una variante de sombra. Para añadir una 
variante de sombra, haga lo siguiente:

a. Elija Añadir.
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b. Elige la variante Sombra.

c. En el cuadro de diálogo Añadir modelo, elija el modelo que desee utilizar para la variante 
de sombra.

d. Seleccione Guardar.

6. (Opcional) En el paso anterior, se añade la variante de sombra con la configuración por 
defecto. Para modificar estos ajustes, seleccione la variante de sombra y elija Editar. 
Aparece el cuadro de diálogo Editar variante de sombra. Para obtener más información sobre 
cómo rellenar este cuadro de diálogo, consulteEditar una prueba de sombra.

7. En la sección Programación, introduzca la duración de la prueba de la siguiente manera:

a. Seleccione la casilla situada debajo de Duración. Aparece un calendario emergente.

b. Seleccione las fechas de inicio y finalización en el calendario o introduzca las 
fechas de inicio y finalización en los campos Fecha de inicio y Fecha de finalización, 
respectivamente.

c. (Opcional) Para los campos Hora de inicio y Hora de finalización, introduzca las horas de 
inicio y finalización, respectivamente, en el formato de 24 horas.

d. Seleccione Aplicar.

La duración mínima es de 1 hora y la máxima de 30 días.

8. (Opcional) Active la opción Habilitar captura de datos para guardar la información de 
solicitudes y respuestas de inferencia de su punto de conexión en un bucket de Amazon S3 
y, a continuación, introduzca la ubicación del bucket de Amazon S3.

9. Seleccione Crear prueba paralela.

Create a new endpoint

Si no tiene un punto final existente o si desea crear uno nuevo para su prueba, complete la 
página Introducir la prueba oculta de la siguiente manera:

1. Elija un rol que tenga la política de AmazonSageMakerFullAccess IAM adjunta.

2. Elija Crear un nuevo punto final.

3. En Nombre, introduzca un nombre para el punto final.

4. Añada una variante de producción y una variante oculta al punto final:
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• Para añadir una variante de producción, selecciona Añadir y, a continuación, selecciona
Variante de producción. En el cuadro de diálogo Añadir modelo, elija el modelo que desee 
utilizar para la variante de producción y, a continuación, seleccione Guardar.

• Para añadir una variante de sombra, selecciona Añadir y, a continuación, selecciona
Variante de sombra. En el cuadro de diálogo Añadir modelo, elija el modelo que desee 
utilizar para la variante de sombra y, a continuación, seleccione Guardar.

5. (Opcional) En el paso anterior, la variante de sombra se añade con la configuración 
predeterminada. Para modificar estos ajustes, seleccione la variante de sombra y elija Editar. 
Aparece el cuadro de diálogo Editar variante de sombra. Para obtener más información sobre 
cómo rellenar este cuadro de diálogo, consulteEditar una prueba de sombra.

6. En la sección Programación, introduzca la duración de la prueba de la siguiente manera:

a. Seleccione la casilla situada debajo de Duración. Aparece un calendario emergente.

b. Seleccione las fechas de inicio y finalización en el calendario o introduzca las fechas de 
inicio y finalización en Fecha de inicio y Fecha de finalización, respectivamente.

c. (Opcional) En Hora de inicio y Hora de finalización, introduzca las horas de inicio y 
finalización, respectivamente, en formato de 24 horas.

d. Seleccione Aplicar.

La duración mínima es de 1 hora y la máxima de 30 días.

7. (Opcional) Active la opción Habilitar captura de datos para guardar la información de 
solicitudes y respuestas de inferencia de su punto de conexión en un bucket de Amazon S3 
y, a continuación, introduzca la ubicación del bucket de Amazon S3.

8. Seleccione Crear prueba paralela.

Tras completar los procedimientos anteriores, debería tener una prueba programada para que 
comience en la fecha y hora de inicio especificadas. Puede ver el progreso de la prueba desde un 
panel de control. Para obtener más información sobre cómo ver la prueba y las acciones que puede 
realizar, consulteVer, supervisar y editar pruebas de sombra.
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Ver, supervisar y editar pruebas de sombra

Puede ver los estados de sus pruebas de sombra, supervisar su progreso desde un panel y 
realizar acciones, como iniciar o detener una prueba antes de tiempo o eliminarla. En las secciones 
siguientes se muestra cómo ver y modificar las pruebas de sombra con la consola de SageMaker.

Temas

• Ver pruebas de sombra

• Supervisar una prueba de sombra

• Iniciar pronto una prueba de sombra

• Completar una prueba de sombra antes de tiempo

• Eliminar una prueba de sombra

• Editar una prueba de sombra

Ver pruebas de sombra

Puede ver los estados de todas las pruebas de sombra en la página de Shadow tests (Pruebas de 
sombra) de la consola de SageMaker.

Para ver las pruebas en la consola, haga lo siguiente:

1. Abra la consola de SageMaker.

2. En el panel de navegación, elija Inferencia.

3. Seleccione Shadow tests (Pruebas de sombra) para ver la página en la que se muestran todas 
las pruebas de sombra. La página debería tener el aspecto de la siguiente captura de pantalla, 
con todas las pruebas enumeradas en la sección Shadow test (Prueba de sombra).
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Puede ver el estado de una prueba en la consola en la página Shadow tests (Pruebas de sombra)
marcando el campo Status (Estado) de la prueba.

Los posibles estados de la prueba son los siguientes:

• Creating: SageMaker está creando la prueba.

• Created: SageMaker ha terminado de crear la prueba y empezará a la hora programada.

• Updating: al realizar cambios en la prueba, esta se muestra como si se estuviera actualizando.

• Starting: SageMaker está empezando la prueba.

• Running: la prueba está en curso.

• Stopping: SageMaker interrumpe la prueba.

• Completed: la prueba ha finalizado.

• Cancelled: al finalizar la prueba antes de tiempo, aparecerá como cancelada.
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Supervisar una prueba de sombra

Puede ver los detalles de una prueba de sombra y supervisarla mientras está en curso o una vez 
finalizada. Sagemaker presenta un panel en vivo que compara las métricas operativas, como la 
latencia del modelo y la tasa de error agregada, de las variantes de producción y sombra.

Para ver en la consola los detalles de una prueba individual, haga lo siguiente:

1. Seleccione la prueba que desee supervisar en la sección Shadow test (Prueba de sombra) de la 
página Shadow tests (Pruebas de sombra).

2. En la lista desplegable Acciones, seleccione Ver. Aparece una página de resumen con los 
detalles de la prueba y un panel de métricas.

La página de información general incluye las tres secciones siguientes.

Summary (Resumen)

En esta sección se resume el progreso y el estado de la prueba. También muestra las 
estadísticas resumidas de la métrica elegida en la lista desplegable Select metric (Seleccionar 
métrica) de la subsección Metrics (Métricas). En la siguiente captura de pantalla se muestra esta 
sección.
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En la captura de pantalla anterior, las pestañas Settings (Configuración) y Details (Detalles)
muestran la configuración seleccionada y los detalles introducidos al crear la prueba.

Analysis (Análisis)

En esta sección, se muestra un panel de métricas con gráficos independientes para las siguientes 
métricas:

• Invocations

• InvocationsPerInstance

• ModelLatency

• Invocation4XXErrors

• Invocation5XXErrors

• InvocationModelErrors

• CPUUtilization

• MemoryUtilization

• DiskUtilization
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Las tres últimas métricas supervisan el uso de los recursos en tiempo de ejecución del 
contenedor del modelo. El resto son métricas de CloudWatch que puede utilizar para analizar 
el rendimiento de su variante. En general, cuanto más bajo sea el número de errores, más 
estable será el modelo. Una latencia más baja indica un modelo más rápido o una infraestructura 
más rápida. Para obtener más información acerca de las métricas de CloudWatch, consulte
SageMaker Métricas de invocación de terminales. En la siguiente captura de pantalla se muestra 
el panel de métricas.

Entorno

En esta sección se muestran las variantes comparadas en la prueba. Si está contento con el 
rendimiento de la variante de sombra, en función de las métricas antes mencionadas, puede 
pasarla a producción si elige Deploy shadow variant (Desplegar variante de sombra). Para 
obtener más información sobre cómo implementar una variante de sombra, consulte Promover 
una variante de sombra. También puede cambiar el porcentaje de muestreo de tráfico y continuar 
con las pruebas seleccionando Edit traffic (Editar tráfico). Para obtener más información sobre la 
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edición de una variante oculta, consulte Editar una prueba de sombra. En la siguiente captura de 
pantalla se muestra esta sección.

Iniciar pronto una prueba de sombra

Puede comenzar la prueba antes de la hora de inicio programada. Si la nueva duración de la prueba 
supera los 30 días, SageMaker establece automáticamente el final de la prueba 30 días después 
de la nueva hora de inicio. Con esta acción se inicia la prueba inmediatamente. Si desea cambiar la 
hora de inicio o finalización de la prueba, consulte Editar una prueba de sombra.

Para iniciar la prueba inmediatamente a través de la consola antes de la hora de inicio programada, 
haga lo siguiente:

1. Seleccione la prueba que desee iniciar inmediatamente en la sección de Shadow test (Prueba 
de sombra) de la página Shadow tests (Pruebas de sombra).

2. En la lista desplegable Acciones, seleccione Iniciar. Aparecerá el cuadro de diálogo Start 
shadow test? (¿Iniciar prueba de sombra?).

3. Elija Start now (Iniciar ahora).

Completar una prueba de sombra antes de tiempo

Puede completar una prueba en curso antes de que termine la duración programada. Para obtener 
más información, consulte Completar una prueba de sombra antes de tiempo.

Eliminar una prueba de sombra

Cuando ya no necesite una prueba, puede eliminarla. Al eliminar la prueba, solo se eliminan los 
metadatos de la prueba y no el punto de conexión, las variantes o los datos capturados en Amazon 
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S3. Si desea que su punto de conexión deje de funcionar, debe eliminarlo. Para obtener más 
información acerca de un punto de conexión, consulte Eliminar puntos de conexión y recursos.

Para eliminar una prueba en la consola, haga lo siguiente:

1. Seleccione la prueba que desee eliminar en la sección Shadow test (Prueba de sombra) de la 
página Shadow tests (Pruebas de sombra).

2. En la lista desplegable Acciones, elija Eliminar. Aparece el cuadro de diálogo Delete shadow test 
(Eliminar prueba de sombra).

3. En el cuadro de texto To confirm deletion, type delete in the field. (Para confirmar la eliminación, 
escriba delete en el campo), introduzca delete.

4. Elija Delete (Eliminar).

Editar una prueba de sombra

Puede modificar tanto las pruebas programadas como las que están en curso. Antes de que 
comience la prueba, puede cambiar la descripción, la configuración de la variante de sombra, la 
fecha de inicio y la fecha de finalización de la prueba. También puede activar o desactivar la captura 
de datos.

Una vez que comience la prueba, solo podrá cambiar la descripción, el porcentaje de muestreo de 
tráfico para la variante de sombra y la fecha de finalización.

Para editar los detalles de la prueba en la consola, haga lo siguiente:

1. Seleccione la prueba que quiera editar en la sección Shadow test (Prueba de sombra) en la 
página Shadow tests (Pruebas de sombra).

2. En la lista desplegable Acciones, seleccione Editar. Aparece la página Enter shadow test details 
(Introducir detalles de la prueba de sombra).

3. (Opcional) En Description (Descripción), introduzca una descripción para su prueba.

4. Elija Siguiente. Aparece la página Enter shadow test settings (Introducir configuración de 
pruebas de sombra.

5. (Opcional) Para editar la variante de sombra, haga lo siguiente:

a. Seleccione la variante de sombra y elija Edit (Editar). Aparece el cuadro de diálogo Edit 
shadow variant (Editar variante de sombra). Si la prueba ya ha comenzado, solo puede 
cambiar el porcentaje de muestreo de tráfico.
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b. (Opcional) En Name (Nombre), introduzca el nombre nuevo para reemplazar el nombre 
anterior.

c. (Opcional) En Traffic sample (Muestra de tráfico), introduzca el nuevo porcentaje de 
muestreo de tráfico para reemplazar el porcentaje de muestreo de tráfico anterior.

d. (Opcional) En Instance type (Tipo de instancia), seleccione el nuevo tipo de instancia en la 
lista desplegable.

e. (Opcional) En Instance count (Número de instancias), introduzca el nuevo número de 
instancias para reemplazar el número de instancias anterior.

f. Seleccione Apply (Aplicar).

No puede cambiar el modelo en su variante de sombra mediante el procedimiento anterior. Si 
desea cambiar el modelo, elimine primero la variante de sombra seleccionándola y eligiendo
Remove (Eliminar). A continuación, añada una nueva variante de sombra.

6. (Opcional) Para editar la duración de la prueba, haga lo siguiente:

a. Seleccione la casilla situada debajo de Duration (Duración) en la sección Schedule 
(Programar). Aparecerá un calendario emergente.

b. Si la prueba aún no ha comenzado, puede cambiar las fechas de inicio y finalización. 
Seleccione las nuevas fechas de inicio y finalización en el calendario o introduzca las 
nuevas fechas de inicio y finalización en Start date (Fecha de inicio) y End date (Fecha de 
finalización), respectivamente.

Si la prueba ya ha comenzado, solo puede cambiar la fecha de finalización. Introduzca la 
nueva fecha de finalización en End date (Fecha de finalización).

c. (Opcional) Si la prueba aún no ha empezado, puede cambiar la hora de inicio y la de 
finalización. Introduzca las nuevas horas de inicio y finalización en Start time (Hora de inicio)
y End date (Hora de finalización), respectivamente, en el formato de 24 horas.

Si la prueba ya ha comenzado, solo puede cambiar la hora de finalización. Introduzca la 
nueva hora de finalización en End time (Hora de finalización), en el formato de 24 horas.

d. Seleccione Apply (Aplicar).

7. (Opcional) Active o desactive Enable data capture (Habilitar captura de datos).

8. Seleccione Update shadow test (Actualizar prueba de sombra).
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Completar pruebas de sombra

Su prueba se completa automáticamente al final de la duración programada, o bien puede detener 
antes una prueba en progreso. Una vez completada la prueba, el estado de la prueba en la sección
Pruebas de sombra de la página Pruebas de sombra aparecerá como Completada. A continuación, 
podrá revisar y analizar las métricas finales de la prueba.

Puede usar el panel de métricas para decidir si desea promover la variante de sombra en la 
producción. Para obtener más información sobre cómo analizar el panel de métricas de su prueba, 
consulte Supervisar una prueba de sombra.

Para obtener instrucciones sobre cómo completar la prueba antes de que finalice el tiempo de 
finalización programado, consulte Completar una prueba de sombra antes de tiempo.

Para obtener instrucciones sobre cómo promocionar su variante de sombras en la producción, 
consulte Promover una variante de sombra.

Completar una prueba de sombra antes de tiempo

Una de las razones por las que quizás quiera completar una prueba paralela en curso es porque ha 
decidido que las métricas de su variante de sombra son buenas y quiere promocionarla para su fase 
de producción. También puede decidir completar la prueba si una o más de las variantes no tienen 
un buen rendimiento.

Para completar la prueba antes de la fecha de finalización programada, haga lo siguiente:

1. Seleccione la prueba que quiera marcar como completada en la sección Pruebas de sombra de 
la página Pruebas de sombra.

2. En la lista desplegable Acciones, seleccione Completar y aparecerá el cuadro de diálogo
Completar prueba de sombras.

3. En el cuadro de diálogo, seleccione una de las acciones siguientes:

• Sí, implementar la variante de sombra

• No, eliminar la variante de sombra

4. (Opcional) En el cuadro de texto Comentario, introduzca el motivo por el que ha completado la 
prueba antes de la hora de finalización programada.

5. 1. Si ha decidido implementar la variante de sombra, seleccione Completar y proceder con 
la implementación. Aparecerá la página Implementar variante de sombra. Para obtener 
instrucciones sobre cómo completar esta página, consulte Promover una variante de sombra.
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2. Si decide eliminar la variante de sombra, seleccione Confirmar.

Promover una variante de sombra

Si ha decidido sustituir su variante de producción por la variante de sombra, puede actualizar 
su punto de conexión y promocionar su variante de sombra para responder a las solicitudes de 
inferencia. De este modo, se elimina la variante de producción actual y se sustituye por la variante de 
sombra.

Si su prueba de sombras aún está en curso, primero deberá completarla. Para completar la prueba 
de sombras antes de su finalización programada, siga las instrucciones indicadas en Completar una 
prueba de sombra antes de tiempo antes de continuar con esta sección.

Al promocionar una variante de sombra a producción, dispone de las siguientes opciones para el 
recuento de instancias de la variante de sombra.

• Puede conservar el número y el tipo de instancias de la variante de producción. Si selecciona 
esta opción, su variante de sombra se lanzará en producción con el recuento de instancias actual, 
asegurándose así de que su modelo pueda seguir procesando el tráfico de solicitudes a la misma 
escala.

• Puede conservar el número de instancias y el tipo de su variante de sombras. Si quiere usar esta 
opción, le recomendamos que realice una prueba paralela con un muestreo de tráfico del 100 % 
para asegurarse de que la variante de sombra pueda procesar el tráfico de solicitudes en la escala 
actual.

• Puede usar valores personalizados para el número y el tipo de instancias. Si quiere usar esta 
opción, le recomendamos que realice una prueba paralela con un muestreo de tráfico del 100 % 
para asegurarse de que la variante de sombra pueda procesar el tráfico de solicitudes en la escala 
actual.

A menos que esté validando el tipo o el recuento de instancias o ambos de la variante de sombra, le 
recomendamos encarecidamente que mantenga el recuento y el tipo de instancias de la variante de 
producción cuando promocione su variante de sombra.

Para promover la variante de sombra, haga lo siguiente:

1. Si la prueba se ha completado, haga lo siguiente:
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a. Seleccione la prueba en la sección de pruebas de sombra en la página de pruebas de 
sombra.

b. En la lista desplegable Acciones, seleccione Ver. Aparecerá el panel de control.

c. Seleccione la variante Implementar sombra en la sección Entorno. Aparecerá la página
Implementar variante de sombra.

Si la prueba no se ha completado, consulte Completar una prueba de sombra antes de tiempo
para completarla.

2. En la sección Configuración de variantes, seleccione una de las siguientes opciones:

• Conservar configuración de producción

• Conservar configuración de sombras

• Configuración de instancias personalizadas

Si ha seleccionado Configuración de instancias personalizadas, haga lo siguiente:

a. En la lista desplegable Tipo de instancia, elija un tipo de instancia.

b. En Recuento de instancias, escriba el número de instancias.

3. En el cuadro de texto Introduzca «implementar» para confirmar la implementación, introduzca
deploy.

4. Elija la variante Implementar sombra.

Su punto de conexión de la inferencia de SageMaker ahora usa la variante de sombra como variante 
de producción y su variante de producción se ha eliminado del punto de conexión.

Prácticas recomendadas

Al crear un experimento de inferencia, debe tener en cuenta lo siguiente:

• Porcentaje de muestreo de tráfico: el muestreo del 100 % de las solicitudes de inferencia le 
permitirá validar que su variante de sombra puede manejar el tráfico de producción cuando se 
promueva. Puede empezar con un porcentaje de muestreo de tráfico más bajo e ir aumentando 
el número a medida que vaya ganando confianza en su variante, pero le recomendamos que se 
asegure de aumentar el tráfico al 100 % antes de la promoción.
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• Tipo de instancia: a menos que utilice variantes ocultas para evaluar tipos o tamaños de instancias 
alternativos, te recomendamos que utilice el mismo tipo, tamaño y número de instancias para 
asegurarse de que su variante oculta puede gestionar el volumen de solicitudes de inferencia 
después de promocionarla.

• Escalado automático: para garantizar que su variante oculta pueda responder a los picos en 
el número de solicitudes de inferencia o a los cambios en los patrones de las solicitudes de 
inferencia, le recomendamos encarecidamente que configure el escalado automático en sus 
variantes ocultas. Para saber cómo configurar el autoescalado, consulte Escala automáticamente 
los SageMaker modelos de Amazon. Si ha configurado el autoescalado, también puede validar los 
cambios en las políticas del autoescalado sin que ello afecte a los usuarios.

• Supervisión de las métricas: después de iniciar un experimento paralelo y tener suficientes 
invocaciones, supervise el panel de métricas para asegurarse de que las métricas, como la 
latencia y la tasa de errores, estén dentro de los límites aceptables. Esto le ayuda a detectar 
los errores de configuración de forma temprana y a tomar medidas correctivas. Para obtener 
información sobre cómo supervisar las métricas de un experimento de inferencia en curso, 
consulte Ver, supervisar y editar pruebas de sombra.

Exclusiones

En este momento, hay exclusiones basadas en características que hacen que su terminal 
sea incompatible con las pruebas de sombra. Si su terminal utiliza alguna de las siguientes 
características, no podrá utilizar pruebas de sombra en su punto de conexión, y su solicitud para 
configurarlas provocará errores de validación.

• Inferencia sin servidor

• Inferencia asíncrona

• Contenedores de Marketplace

• Puntos de conexión de varios contenedores

• Puntos de conexión multimodelo

• Puntos de conexión que utilizan instancias Inf1 (basadas en inferencia)

• Puntos de conexión de Amazon Elastic Inference

Exclusiones 4658



Amazon SageMaker Guía para desarrolladores

Acceda a los contenedores a través de SSM

Amazon SageMaker le permite conectarse de forma segura a los contenedores Docker en los que 
se implementan sus modelos para realizar inferencias mediante AWS Systems Manager (SSM). Esto 
te da acceso al contenedor a nivel de shell para que puedas depurar los procesos que se ejecutan 
dentro del contenedor y registrar los comandos y las respuestas con Amazon CloudWatch. También 
puede configurar una AWS PrivateLink conexión con las instancias de aprendizaje automático que 
alojan sus contenedores para acceder a los contenedores a través de SSM de forma privada.

Warning

Habilitar el acceso por SSM puede afectar al rendimiento de su punto final. Recomendamos 
utilizar esta función con los puntos finales de desarrollo o prueba y no con los puntos finales 
de producción. Además, aplica SageMaker automáticamente los parches de seguridad y 
reemplaza o cierra las instancias de puntos finales defectuosas en un plazo de 10 minutos. 
Sin embargo, en el caso de los puntos finales con variantes de producción compatibles con 
SSM, SageMaker retrasa un día la aplicación de los parches de seguridad y la sustitución o 
finalización de las instancias de puntos finales defectuosas para poder realizar la depuración.

En las siguientes secciones se detalla cómo puede utilizar esta función.

Lista de permisos

Debe ponerse en contacto con el servicio de atención al cliente e incluir su cuenta en la lista de 
permitidos para utilizar esta función. No puede crear un terminal con el acceso SSM activado si su 
cuenta no está permitida en la lista de usuarios autorizados para este acceso.

Habilite el acceso por SSM

Para habilitar el acceso SSM a un contenedor existente en un punto final, actualice el punto final con 
una nueva configuración de punto final, con el EnableSSMAccess parámetro establecido en true
El siguiente ejemplo proporciona un ejemplo de configuración de punto final.

{ 
    "EndpointConfigName": "endpoint-config-name", 
    "ProductionVariants": [ 
        { 
            "InitialInstanceCount": 1, 
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            "InitialVariantWeight": 1.0, 
            "InstanceType": "ml.t2.medium", 
            "ModelName": model-name, 
            "VariantName": variant-name, 
            "EnableSSMAccess": true, 
        }, 
    ]
} 
         

Para obtener más información sobre cómo habilitar el acceso SSM, consulte EnablesSMAccess.

Configuración de IAM

Permisos de IAM para terminales

Si ha habilitado el acceso SSM para una instancia de punto final, SageMaker inicia y administra el
agente SSM cuando inicia la instancia de punto final. Para permitir que el agente SSM se comunique 
con los servicios SSM, añada la siguiente política a la función de ejecución que desempeña el punto 
final.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssmmessages:CreateControlChannel", 
                "ssmmessages:CreateDataChannel", 
                "ssmmessages:OpenControlChannel", 
                "ssmmessages:OpenDataChannel" 
            ], 
            "Resource": "*"     
        } 
    ] 
 } 
             

Permisos de IAM de usuario

Añada la siguiente política para conceder a un usuario de IAM permisos de sesión SSM para 
conectarse a un destino SSM.
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{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssm:StartSession", 
                "ssm:TerminateSession" 
            ], 
            "Resource": "*"     
        } 
    ]
} 
             

Puede restringir los puntos finales a los que se puede conectar un usuario de IAM con la siguiente 
política. Sustituya el texto del marcador de posición en cursiva por su propia 
información.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssm:StartSession", 
            ], 
            "Resource": [ 
                "sagemaker-endpoint-arn" 
            ]     
        } 
    ]
} 

             

Acceso SSM con AWS PrivateLink

Si sus puntos de conexión se ejecutan en una nube privada virtual (VPC) que no está conectada a 
la Internet pública, puede AWS PrivateLink utilizarlos para habilitar SSM. AWS PrivateLinkrestringe 
todo el tráfico de red entre sus instancias de punto final, SSM y Amazon EC2 a la red de Amazon. 
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Para obtener más información sobre cómo configurar el acceso SSM conAWS PrivateLink, consulte
Configurar un punto final de VPC para el administrador de sesiones.

Iniciar sesión con Amazon CloudWatch Logs

En el caso de los puntos de enlace con acceso SSM, puede registrar los errores del agente SSM 
en Amazon Logs. CloudWatch Para obtener más información sobre cómo registrar los errores con 
los CloudWatch registros, consulte Registrar la actividad de la sesión. El registro está disponible 
en el flujo de registros de SSMvariant-name/ec2-instance-id/ssm, en el grupo /aws/
sagemaker/endpoints/endpoint-name de registros del punto final. Para obtener más 
información sobre cómo ver el registro, consulte Ver los datos de registro enviados a los CloudWatch 
registros.

Las variantes de producción incluidas en su terminal pueden tener varios modelos de contenedores. 
El registro de cada contenedor modelo se registra en el flujo de registros. Cada registro va precedido
[sagemaker ssm logs][container-name] de: donde container-name aparece el nombre 
que le dio al contenedor o el nombre predeterminado, comocontainer_0, ycontainer_1.

Acceder a los contenedores modelo

Para acceder a un contenedor modelo en su instancia de punto final, necesita su ID de destino. El ID 
de destino tiene uno de los siguientes formatos:

• sagemaker-endpoint:endpoint-name_variant-name_ec2-instance-idpara 
contenedores en puntos finales de un solo contenedor

• sagemaker-endpoint:endpoint-name_variant-name_ec2-instance-id_container-
namepara contenedores en puntos finales de varios contenedores

En el siguiente ejemplo, se muestra cómo se puede utilizar AWS CLI para acceder a un contenedor 
modelo con su ID de destino.

aws ssm start-session --target sagemaker-endpoint:prod-image-
classifier_variant1_i-003a121c1b21a90a9_container_1 
         

Si habilita el registro, como se menciona enIniciar sesión con Amazon CloudWatch Logs, podrá 
encontrar los ID de destino de todos los contenedores que aparecen al principio del flujo de registro 
de SSM.
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Note

• No puede conectarse a contenedores de algoritmos 1P ni a contenedores de modelos 
obtenidos SageMaker MarketPlace con SSM. Sin embargo, puede conectarse a los 
contenedores de aprendizaje profundo (DLC) proporcionados por él AWS o a cualquier 
contenedor personalizado de su propiedad.

• Si ha habilitado el aislamiento de red para un contenedor modelo que le impide realizar 
llamadas de red salientes, no podrá iniciar una sesión de SSM para ese contenedor.

• Solo puede acceder a un contenedor desde una sesión de SSM. Para acceder a otro 
contenedor, incluso si está detrás del mismo punto final, inicie una nueva sesión de SSM 
con el ID de destino de ese punto final.

Implementar modelos con servidores modelo

El siguiente contenido le muestra cómo implementar sus modelos SageMaker utilizando servidores 
de modelos populares, como TorchServe Triton.

Implemente modelos con TorchServe

TorchServe es el modelo de servidor recomendado PyTorch, ya que viene preinstalado en el 
contenedor de aprendizaje AWS PyTorch profundo (DLC). Esta poderosa herramienta ofrece a 
los clientes una experiencia uniforme y fácil de usar, y ofrece un alto rendimiento al implementar 
varios PyTorch modelos en varias AWS instancias, incluidas la CPU, la GPU, Neuron y Graviton, 
independientemente del tamaño o la distribución del modelo.

TorchServe admite una amplia gama de funciones avanzadas, como el procesamiento dinámico por 
lotes, el microprocesamiento, las pruebas A/B de modelos, el streaming, el torch XLA, TensorRT, 
ONNX e IPEX. Además, integra a la perfección la solución para modelos grandes, PiPPY, lo que 
permite un manejo eficiente PyTorch de modelos grandes. Además, TorchServe amplía su soporte 
a bibliotecas populares de código abierto DeepSpeed, como Accelerate, Fast Transformers y más, 
ampliando aún más sus capacidades. Con TorchServe ella, AWS los usuarios pueden implementar y 
utilizar sus PyTorch modelos con confianza, aprovechando su versatilidad y rendimiento optimizado 
en diversas configuraciones de hardware y tipos de modelos. Para obtener información más 
detallada, puede consultar la PyTorchdocumentación y demásTorchServe. GitHub

En la siguiente tabla se enumeran los AWS PyTorch DLC compatibles TorchServe con.
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Tipo de instancia SageMaker PyTorch Enlace al DLC

CPU y GPU SageMaker PyTorch contenedores

Neuron PyTorch contenedores Neuron

Graviton SageMaker PyTorch Contenedores Graviton

En las siguientes secciones se describe la configuración para crear y probar PyTorch los DLC en 
Amazon SageMaker.

Introducción

Antes de comenzar, compruebe que cumple los siguientes requisitos previos:

1. Asegúrese de tener acceso a una cuenta de AWS. Configure su entorno para que AWS CLI pueda 
acceder a su cuenta a través de un usuario de AWS IAM o un rol de IAM. Recomendamos utilizar 
un rol de IAM. Para realizar pruebas en su cuenta personal, puede asociar las siguientes políticas 
de permisos gestionados al rol de IAM:

• Amazon EC2 ContainerRegistryFullAccess

• Amazon EC2 FullAccess

• AWSServiceRoleForAmazonGrupo EksNode

• AmazonSageMakerFullAccess

• Amazon S3 FullAccess

2. Configure sus dependencias de forma local, como se muestra en el siguiente ejemplo.

from datetime import datetime 
    import os 
    import json 
    import logging 
    import time 
     
    # External Dependencies: 
    import boto3 
    from botocore.exceptions import ClientError 
    import sagemaker 
     
    sess = boto3.Session() 
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    sm = sess.client("sagemaker") 
    region = sess.region_name 
    account = boto3.client("sts").get_caller_identity().get("Account") 
     
    smsess = sagemaker.Session(boto_session=sess) 
    role = sagemaker.get_execution_role() 
     
    # Configuration: 
    bucket_name = smsess.default_bucket() 
    prefix = "torchserve" 
    output_path = f"s3://{bucket_name}/{prefix}/models" 
    print(f"account={account}, region={region}, role={role}")

3. Recupera la imagen del PyTorch DLC, como se muestra en el siguiente ejemplo.

SageMaker PyTorch Las imágenes del DLC están disponibles en todas las AWS regiones. Para 
obtener más información, consulte la lista de imágenes de contenedores de DLC.

baseimage = sagemaker.image_uris.retrieve( 
        framework="pytorch", 
        region="<region>", 
        py_version="py310", 
        image_scope="inference", 
        version="2.0.1", 
        instance_type="ml.g4dn.16xlarge", 
    )

4. Crear un espacio de trabajo local.

mkdir -p workspace/

Añadir un paquete

En las siguientes secciones se describe cómo añadir y preinstalar paquetes a una imagen de 
PyTorch DLC.

Casos de uso de BYOC

En los pasos siguientes se describe cómo añadir un paquete a la imagen de PyTorch DLC. Para 
obtener más información sobre la personalización del contenedor, consulte Creación de imágenes 
personalizadas de contenedores de aprendizaje profundo de AWS.
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1. Supongamos que quieres añadir un paquete a la imagen del docker del PyTorch DLC. Cree un 
Dockerfile en el directorio de docker, como se muestra en el siguiente ejemplo:

mkdir -p workspace/docker 
    cat workspace/docker/Dockerfile 
     
    ARG BASE_IMAGE 
     
    FROM $BASE_IMAGE 
     
    #Install any additional libraries 
    RUN pip install transformers==4.28.1

2. Cree y publique la imagen de Docker personalizada mediante el siguiente script:
build_and_push.sh.

# Download script build_and_push.sh to workspace/docker 
    ls workspace/docker 
    build_and_push.sh  Dockerfile 
     
    # Build and publish your docker image 
    reponame = "torchserve" 
    versiontag = "demo-0.1" 
     
    ./build_and_push.sh {reponame} {versiontag} {baseimage} {region} {account}

SageMaker casos de uso preinstalados

En el siguiente ejemplo, se muestra cómo preinstalar un paquete en el contenedor de PyTorch DLC. 
Debe crear un archivo requirements.txt localmente en el directorio workspace/code.

mkdir -p workspace/code 
    cat workspace/code/requirements.txt 
     
    transformers==4.28.1 
     

Crea artefactos modelo TorchServe

En el siguiente ejemplo, utilizamos el modelo MNIST  previamente entrenado. Creamos un 
directorioworkspace/mnist, implementamos mnist_handler.py siguiendo las instrucciones de 
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servicio TorchServe personalizadas y configuramos los parámetros del modelo (como el tamaño del 
lote y los trabajadores) en model-config.yaml. A continuación, utilizamos la TorchServe herramienta
torch-model-archiver para crear los artefactos del modelo y subirlos a Amazon S3.

1. Configure los parámetros del modelo en model-config.yaml.

ls -al workspace/mnist-dev 
     
    mnist.py 
    mnist_handler.py 
    mnist_cnn.pt 
    model-config.yaml 
     
    # config the model 
    cat workspace/mnist-dev/model-config.yaml 
    minWorkers: 1 
    maxWorkers: 1 
    batchSize: 4 
    maxBatchDelay: 200 
    responseTimeout: 300

2. Cree los artefactos del modelo utilizando torch-model-archiver .

torch-model-archiver --model-name mnist --version 1.0 --model-file workspace/
mnist-dev/mnist.py --serialized-file workspace/mnist-dev/mnist_cnn.pt --handler 
 workspace/mnist-dev/mnist_handler.py --config-file workspace/mnist-dev/model-
config.yaml --archive-format tgz

Si desea preinstalar un paquete, debe incluir el directorio code en el archivo tar.gz.

cd workspace 
    torch-model-archiver --model-name mnist --version 1.0 --model-file mnist-
dev/mnist.py --serialized-file mnist-dev/mnist_cnn.pt --handler mnist-dev/
mnist_handler.py --config-file mnist-dev/model-config.yaml --archive-format no-
archive 
     
    cd mnist 
    mv ../code . 
    tar cvzf mnist.tar.gz .

3. Suba mnist.tar.gz a Amazon S3.
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# upload mnist.tar.gz to S3 
    output_path = f"s3://{bucket_name}/{prefix}/models" 
    aws s3 cp mnist.tar.gz {output_path}/mnist.tar.gz

Uso de puntos finales de un solo modelo para realizar la implementación TorchServe

El siguiente ejemplo muestra cómo crear un punto final de inferencia en tiempo real de un solo 
modelo, implementar el modelo en el punto final y probar el punto final mediante el SDK de Amazon 
SageMaker Python.

from sagemaker.model import Model 
    from sagemaker.predictor import Predictor 
     
    # create the single model endpoint and deploy it on SageMaker 
    model = Model(model_data = f'{output_path}/mnist.tar.gz',  
                  image_uri = baseimage, 
                  role = role, 
                  predictor_cls = Predictor, 
                  name = "mnist", 
                  sagemaker_session = smsess) 
                   
    endpoint_name = 'torchserve-endpoint-' + time.strftime("%Y-%m-%d-%H-%M-%S", 
 time.gmtime()) 
    predictor = model.deploy(instance_type='ml.g4dn.xlarge', 
                             initial_instance_count=1, 
                             endpoint_name = endpoint_name, 
                             serializer=JSONSerializer(), 
                             deserializer=JSONDeserializer())   
                              
    # test the endpoint 
    import random 
    import numpy as np 
    dummy_data = {"inputs": np.random.rand(16, 1, 28, 28).tolist()} 
     
    res = predictor.predict(dummy_data)   
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Uso de puntos de enlace multimodelo con los que realizar la implementación 
TorchServe

Los puntos de conexión multimodelo son una solución escalable y rentable para alojar una gran 
cantidad de modelos detrás de un punto de conexión. Mejoran la utilización de los puntos de 
conexión al compartir la misma flota de recursos y servir contenedores para alojar todos sus 
modelos. También reducen la sobrecarga de implementación porque SageMaker administran 
los modelos de carga y descarga de forma dinámica, además de escalar los recursos en función 
de los patrones de tráfico. Los puntos de conexión multimodelo son especialmente útiles para 
el aprendizaje profundo y los modelos de IA generativa que requieren una potencia de cálculo 
acelerada.

Al utilizarlos TorchServe en terminales SageMaker multimodelo, puede acelerar el desarrollo 
utilizando una pila de servidores con la que esté familiarizado y, al mismo tiempo, aprovechar el 
intercambio de recursos y la administración simplificada de modelos que SageMaker ofrecen los 
puntos finales multimodelo.

El siguiente ejemplo muestra cómo crear un punto final multimodelo, implementar el modelo en el 
punto final y probar el punto final mediante el SDK de Amazon SageMaker Python. Puede encontrar 
más detalles en este ejemplo de cuaderno.

from sagemaker.multidatamodel import MultiDataModel 
    from sagemaker.model import Model 
    from sagemaker.predictor import Predictor 
     
    # create the single model endpoint and deploy it on SageMaker 
    model = Model(model_data = f'{output_path}/mnist.tar.gz',  
                  image_uri = baseimage, 
                  role = role, 
                  sagemaker_session = smsess) 
                   
    endpoint_name = 'torchserve-endpoint-' + time.strftime("%Y-%m-%d-%H-%M-%S", 
 time.gmtime()) 
    mme = MultiDataModel( 
        name = endpoint_name, 
        model_data_prefix = output_path, 
        model = model, 
        sagemaker_session = smsess) 
     
    mme.deploy( 
        initial_instance_count = 1, 
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        instance_type = "ml.g4dn.xlarge", 
        serializer=sagemaker.serializers.JSONSerializer(), 
        deserializer=sagemaker.deserializers.JSONDeserializer()) 
     
    # list models 
    list(mme.list_models()) 
     
    # create mnist v2 model artifacts 
    cp mnist.tar.gz mnistv2.tar.gz 
     
    # add mnistv2 
    mme.add_model(mnistv2.tar.gz) 
     
    # list models 
    list(mme.list_models()) 
     
    predictor = Predictor(endpoint_name=mme.endpoint_name, sagemaker_session=smsess) 
                              
    # test the endpoint 
    import random 
    import numpy as np 
    dummy_data = {"inputs": np.random.rand(16, 1, 28, 28).tolist()} 
     
    res = predictor.predict(date=dummy_data, target_model="mnist.tar.gz")

Métricas

TorchServe admite métricas tanto a nivel de sistema como a nivel de modelo. Puede habilitar las 
métricas en el modo de formato de registro o en el modo Prometheus a través de la variable de 
entorno TS_METRICS_MODE. Puede usar el archivo de configuración de métricas TorchServe central
metrics.yaml para especificar los tipos de métricas que se van a rastrear, como el recuento de 
solicitudes, la latencia, el uso de la memoria, el uso de la GPU, etc. Al consultar este archivo, puede 
obtener información sobre el rendimiento y el estado de los modelos implementados y supervisar 
eficazmente el comportamiento TorchServe del servidor en tiempo real. Para obtener información 
más detallada, consulte la documentación sobre TorchServe métricas.

Puedes acceder a los registros de TorchServe métricas similares al formato StatsD a través del filtro 
de CloudWatch registros de Amazon. El siguiente es un ejemplo de registro de TorchServe métricas:

CPUUtilization.Percent:0.0|#Level:Host|#hostname:my_machine_name,timestamp:1682098185 
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    DiskAvailable.Gigabytes:318.0416717529297|#Level:Host|
#hostname:my_machine_name,timestamp:1682098185

Implementar modelos con DJL Serving

DJL Serving es una solución de servidor de modelos independiente y universal de alto rendimiento. 
Toma un modelo de aprendizaje profundo, varios modelos o flujos de trabajo y los hace disponibles a 
través de un punto de conexión HTTP.

Puede usar uno de los contenedores de aprendizaje profundo (DLC) de DJL Serving para servir sus 
modelos en AWS. Para obtener más información sobre los tipos de modelos y marcos compatibles, 
consulte el repositorio de DJL Serving GitHub.

DJL Serving ofrece muchas funciones que le ayudan a implementar sus modelos con un alto 
rendimiento:

• Facilidad de uso: DJL Serving puede funcionar con la mayoría de los modelos sin ninguna 
modificación. Usted trae los artefactos de sus modelos y DJL Serving puede alojarlos.

• Compatibilidad con varios dispositivos y aceleradores: DJL Serving admite la implementación de 
modelos en CPU, GPU e inferencia de AWS.

• Rendimiento: DJL Serving ejecuta inferencias multiproceso en una sola máquina virtual Java (JVM) 
para aumentar el rendimiento.

• Procesamiento dinámico por lotes: DJL Serving admite el procesamiento por lotes dinámico para 
aumentar el rendimiento.

• Escalado automático: DJL Serving amplía o reduce automáticamente el número de trabajadores en 
función de la carga de tráfico.

• Soporte multimotor: DJL Serving puede alojar modelos simultáneamente utilizando diferentes 
marcos (por ejemplo, PyTorch y). TensorFlow

• Modelos de conjuntos y flujos de trabajo: DJL Serving permite implementar flujos de trabajo 
complejos compuestos por varios modelos y puede ejecutar partes del flujo de trabajo en las 
CPU y otras partes en las GPU. Los modelos de un flujo de trabajo pueden sacar provecho de 
diferentes marcos.

En las siguientes secciones se describe cómo configurar un terminal con DJL Serving activado. 
SageMaker
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Introducción

Antes de comenzar, compruebe que cumple los siguientes requisitos previos:

1. Asegúrese de tener acceso a una cuenta de AWS. Configure su entorno para que AWS CLI pueda 
acceder a su cuenta a través de un usuario de AWS IAM o un rol de IAM. Recomendamos utilizar 
un rol de IAM. Para realizar pruebas en su cuenta personal, puede asociar las siguientes políticas 
de permisos gestionados al rol de IAM:

• Amazon EC2 ContainerRegistryFullAccess

• Amazon EC2 FullAccess

• AmazonSageMakerFullAccess

• Amazon S3 FullAccess

2. Asegúrese de tener el cliente Docker configurado en su sistema.

3. Inicie sesión en Amazon Elastic Container Registry y configure las siguientes variables de entorno:

export ACCOUNT_ID=<your_account_id>
export REGION=<your_region>
aws ecr get-login-password --region $REGION | docker login --username AWS --password-
stdin $ACCOUNT_ID.dkr.ecr.$REGION.amazonaws.com

4. Extraiga la imagen de Docker.

docker pull 763104351884.dkr.ecr.us-west-2.amazonaws.com/djl-inference:0.22.1-
deepspeed0.9.2-cu118

Para ver todas las imágenes de los contenedores de DJL Serving disponibles, consulte los
contenedores de inferencia de modelos grandes y los contenedores de inferencia de CPU de DJL 
Serving. Al elegir una imagen de las tablas de los enlaces anteriores, sustituya la región AWS 
de la columna URL del ejemplo por la región en la que se encuentra. Los DLC están disponibles 
en las regiones que figuran en la tabla situada en la parte superior de la página de imágenes de 
contenedores de aprendizaje profundo disponibles.

Personalice su contenedor

Puede añadir paquetes a las imágenes base del DLC para personalizar su contenedor. 
Supongamos que quiere añadir un paquete a la imagen de Docker 763104351884.dkr.ecr.us-
west-2.amazonaws.com/djl-inference:0.22.1-deepspeed0.9.2-cu118. Debe crear un 
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dockerfile con la imagen que desee como imagen base, añadir los paquetes necesarios y enviar la 
imagen a Amazon ECR.

Para crear un paquete, siga los pasos que se describen a continuación:

1. Especifique las instrucciones para ejecutar las bibliotecas o paquetes que quiera en el dockerfile 
de la imagen base.

FROM 763104351884.dkr.ecr.us-west-2.amazonaws.com/djl-inference:0.22.1-
deepspeed0.9.2-cu118 
                         
## add custom packages/libraries
RUN git clone https://github.com/awslabs/amazon-sagemaker-examples

2. Cree la imagen de Docker desde el Dockerfile. Especifique su repositorio de Amazon ECR, el 
nombre de la imagen base y una etiqueta para la imagen. Si no dispone de ningún repositorio de 
Amazon ECR, consulte Uso de Amazon ECR con el AWS CLI en la Guía del usuario de Amazon 
ECR para obtener instrucciones sobre cómo crear uno.

docker build -f Dockerfile -t <registry>/<image_name>:<image_tag>

3. Envíe la imagen de Docker a su repositorio de Amazon ECR.

docker push $ACCOUNT_ID.dkr.ecr.$REGION.amazonaws.com/<image_name>:<image_tag>

Ahora debería disponer de una imagen de contenedor personalizada que pueda utilizar para 
servir modelos. Para ver más ejemplos de cómo personalizar su contenedor, consulte Creación de 
imágenes personalizadas de aprendizaje profundo de AWS.

Preparación de los artefactos de su modelo

Antes de implementar el modelo SageMaker, debe empaquetar los artefactos del modelo en un
.tar.gz archivo. DJL Serving acepta los siguientes artefactos en su archivo:

• Punto de control de modelos: archivos que almacenan los pesos del modelo.

• serving.properties: un archivo de configuración que puede añadir para cada modelo. 
Coloque serving.properties en el mismo directorio que el archivo del modelo.
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• model.py: el código del controlador de inferencias. Esto solo es aplicable cuando se utiliza 
el modo Python. Si no especifica model.py, djl-serving utiliza uno de los controladores 
predeterminados.

A continuación se muestra un ejemplo de la estructura de model.tar.gz.

 - model_root_dir # root directory 
    - serving.properties             
    - model.py # your custom handler file for Python, if you choose not to use the 
 default handlers provided by DJL Serving 
    - model binary files # used for Java mode, or if you don't want to use 
 option.model_id and option.s3_url for Python mode

DJL Serving es compatible con motores Java impulsados por motores DJL o Python. No se 
requieren todos los artefactos anteriores; los artefactos necesarios varían según el modo que 
elija. Por ejemplo, en el modo Python, solo necesita especificar option.model_id en el archivo
serving.properties; no necesita especificar el punto de control del modelo dentro de los 
contenedores de LMI. En el modo Java, debe empaquetar el punto de control del modelo. Para 
obtener más información sobre cómo configurar serving.properties y operar con diferentes 
motores, consulte Modos de funcionamiento de DJL Serving.

Utilice terminales de un solo modelo para realizar la implementación con DJL Serving

Tras preparar los artefactos del modelo, puede implementar el modelo en un SageMaker punto final. 
En esta sección se describe cómo implementar un único modelo en un punto de conexión con DJL 
Serving. Si va a implementar varios modelos, omita esta sección y vaya a Utilice puntos de conexión 
multimodelo para realizar la implementación con DJL Serving.

El siguiente ejemplo muestra un método para crear un objeto modelo mediante el SDK de Amazon 
SageMaker Python. Deberá especificar los siguientes campos:

• image_uri: puede recuperar una de las imágenes base de DJL Serving, como se muestra en 
este ejemplo, o puede especificar una imagen de Docker personalizada de su repositorio de 
Amazon ECR, si ha seguido las instrucciones que se indican en Personalice su contenedor.

• model_s3_url: debe ser un URI de Amazon S3 que apunte a su archivo.tar.gz.

• model_name: especifique un nombre para el objeto de modelo.

import boto3 
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 import sagemaker
from sagemaker.model import Model
from sagemaker import image_uris, get_execution_role

aws_region = "aws-region"
sagemaker_session = 
 sagemaker.Session(boto_session=boto3.Session(region_name=aws_region))
role = get_execution_role()

def create_model(model_name, model_s3_url): 
    # Get the DJL DeepSpeed image uri 
    image_uri = image_uris.retrieve( 
        framework="djl-deepspeed", 
        region=sagemaker_session.boto_session.region_name, 
        version="0.20.0" 
    ) 
    model = Model( 
        image_uri=image_uri, 
        model_data=model_s3_url, 
        role=role, 
        name=model_name, 
        sagemaker_session=sagemaker_session, 
    ) 
    return model

Una vez creado el objeto de modelo, podrá implementar el modelo en un punto de conexión y 
realizar predicciones. Para ver un end-to-end ejemplo de cómo realizar estos pasos, consulte el 
tutorialInferencia de modelos grandes con servicio DeepSpeed DJL.

Utilice puntos de conexión multimodelo para realizar la implementación con DJL 
Serving

Si desea implementar varios modelos en un punto final, SageMaker ofrece puntos finales 
multimodelo, que son una solución escalable y rentable para implementar una gran cantidad de 
modelos. DJL Serving también permite cargar varios modelos simultáneamente y ejecutar inferencias 
en cada uno de los modelos de forma simultánea. Los contenedores de DJL Serving cumplen con 
los contratos de puntos finales SageMaker multimodelo y se pueden utilizar para implementar puntos 
finales multimodelo.

Cada artefacto modelo individual debe empaquetarse de la misma manera que se describe en la 
anterior sección Preparación de los artefactos de su modelo. Puede establecer configuraciones 
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específicas del modelo en el archivo serving.properties y el código del controlador de 
inferencias específico del modelo en model.py. Para un punto de conexión multimodelo, los 
modelos deben organizarse de la siguiente manera:

 root_dir 
        |-- model_1.tar.gz 
        |-- model_2.tar.gz 
        |-- model_3.tar.gz 
            . 
            . 
            . 

El SDK de Amazon SageMaker Python usa el MultiDataModelobjeto para crear una instancia de un 
punto final multimodelo. El URI de Amazon S3 para el directorio raíz debe pasarse como argumento
model_data_prefix al constructor MultiDataModel.

DJL Serving también proporciona varios parámetros de configuración para gestionar los requisitos 
de memoria del modelo, como required_memory_mb y reserved_memory_mb, que pueden 
configurarse para cada modelo del archivo serving.properties. Estos parámetros son útiles para 
gestionar los errores de falta de memoria de forma más eficaz. Para ver todos los parámetros 
configurables, consulte OutofMemory handling in djl-serving.

La característica de escalado automático de DJL Serving ayuda a garantizar que los modelos se 
escalen adecuadamente para el tráfico entrante. De forma predeterminada, DJL Serving determina el 
número máximo de trabajadores que puede soportar un modelo en función del hardware disponible 
(por ejemplo, núcleos de CPU o dispositivos de GPU). Puede establecer límites inferiores y 
superiores para cada modelo para garantizar que siempre se pueda atender un nivel de tráfico 
mínimo y que un solo modelo no consuma todos los recursos disponibles. Puede establecer las 
siguientes propiedades en el archivo serving.properties:

• gpu.minWorkers: número mínimo de trabajadores para GPU.

• gpu.maxWorkers: número máximo de trabajadores para GPU.

• cpu.minWorkers: número mínimo de trabajadores para CPU.

• cpu.maxWorkers: número máximo de trabajadores para CPU.

Para ver un end-to-end ejemplo de cómo implementar un terminal multimodelo SageMaker utilizando 
un contenedor de DJL Serving, consulte el cuaderno de ejemplo Multi-model-Inference-Demo.ipynb.
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Implementar modelos con el servidor de inferencia Triton

Servidor de inferencia Triton es un software de servidor de inferencias de código abierto que optimiza 
la inferencia de IA. Con Triton, puede implementar cualquier modelo creado con múltiples marcos de 
aprendizaje profundo y aprendizaje automático, incluidos TensorRT,, ONNX TensorFlow, OpenVINO 
PyTorch, Python, RAPIDS FIL y más.

Los contenedores SageMaker Triton le ayudan a implementar el servidor de inferencia Triton 
en la plataforma de alojamiento para ofrecer modelos entrenados en producción. SageMaker 
Es compatible con los diferentes modos en los que opera. SageMaker Para ver una lista de los 
contenedores del servidor de inferencia Triton disponibles en SageMaker, consulte los contenedores 
de inferencia Triton de NVIDIA (solo compatibles con SM).

Para ver ejemplos de end-to-end cuadernos, te recomendamos que consultes el repositorio. amazon-
sagemaker-examples

Modos de alojamiento

Los contenedores Triton admiten los siguientes modos de SageMaker alojamiento:

• Puntos de conexión de modelo único

• Este SageMaker es el modo de operación predeterminado. En este modo, el contenedor Triton 
puede cargar un solo modelo o un solo modelo de conjunto.

• El nombre del modelo debe pasarse como una propiedad del entorno del contenedor, que forma 
parte de la llamada a la CreateModel SageMaker API. La variable de entorno que se utiliza 
para pasar el nombre del modelo es SAGEMAKER_TRITON_DEFAULT_MODEL_NAME.

• Puntos de conexión de modelo único con conjunto

• El servidor de inferencia Triton admite un conjunto, que es una canalización, o un DAG (gráfico 
acíclico dirigido) de modelos. Si bien un conjunto se compone técnicamente de varios modelos, 
en el modo de punto final predeterminado de un solo modelo, SageMaker se puede tratar al
conjunto propiamente dicho (el metamodelo que representa la canalización) como el modelo 
principal a cargar y, posteriormente, cargar los modelos asociados.

• Se debe utilizar el nombre del modelo del propio conjunto para cargar el modelo. Debe 
transferirse como una propiedad del entorno del contenedor, que forma parte de la llamada a la
CreateModel SageMaker API. La variable de entorno que se utiliza para pasar el nombre del 
modelo es SAGEMAKER_TRITON_DEFAULT_MODEL_NAME.

• Puntos de conexión multimodelo
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• En este modo, SageMaker puede servir varios modelos en un único punto final. Para usar este 
modo, especifique la variable de entorno ‘MultiModel’: true como una propiedad del 
entorno del contenedor, que forma parte de la llamada a la CreateModel SageMaker API.

• De forma predeterminada, no se carga ningún modelo cuando se inicia la instancia. Para 
ejecutar una solicitud de inferencia en un modelo concreto, especifica el *.tar.gz archivo del 
modelo correspondiente como argumento de la TargetModel propiedad de la llamada a la
InvokeEndpoint SageMaker API.

• Puntos de conexión multimodelo con conjunto

• En este modo, SageMaker funciona como se describe para los puntos finales multimodelo. Sin 
embargo, el contenedor SageMaker Triton puede cargar varios modelos de conjuntos, lo que 
significa que se pueden ejecutar múltiples canalizaciones de modelos en la misma instancia. 
SageMaker trata cada conjunto como un modelo, y se puede invocar el conjunto propio de cada 
modelo especificando el *.tar.gz archivo correspondiente como. TargetModel

• Para una mejor gestión de la memoria durante la memoria dinámica LOAD y UNLOAD, le 
recomendamos que mantenga el tamaño del conjunto pequeño.

Tipos de carga de inferencia

Triton admite dos métodos para enviar una carga útil de inferencia a través de la red json y binary
+json (o json codificado en binario). En ambos casos, la carga útil de JSON incluye el tipo de datos, 
la forma y el tensor real de la solicitud de inferencia. El tensor de solicitud debe ser un tensor binario.

Con el formato binary+json, debe especificar la longitud de los metadatos de la solicitud 
en el encabezado para que Triton pueda analizar correctamente la carga binaria. En el 
contenedor SageMaker Triton, esto se hace usando un Content-Type encabezado 
personalizado:application/vnd.sagemaker-triton.binary+json;json-header-
size={}. Esto es diferente a usar el Inference-Header-Content-Length encabezado en 
un servidor de inferencia Triton independiente porque no se permite la entrada de encabezados 
personalizados. SageMaker

Uso de config.pbtxt para establecer la configuración del modelo

En el caso de los servidores de inferencia Triton SageMaker activados, cada modelo debe incluir un
config.pbtxt archivo que especifique, como mínimo, las siguientes configuraciones del modelo:
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• name: Si bien esto es opcional para los modelos que funcionan fuera de SageMaker Triton, le 
recomendamos que siempre proporcione un nombre para los modelos en los que se ejecutarán en 
Triton. SageMaker

• platform y/o backend: configurar un backend es esencial para especificar el tipo de modelo. 
Algunos backends tienen una clasificación adicional, como tensorflow_savedmodel o 
tensorflow_graphdef. Es posible especificar estas opciones como parte de la clave platform
además de la clave backend. Los backends más comunes son tensorrt, onnxruntime,
tensorflow, pytorch, python, dali, fil y openvino.

• input: especifique tres atributos para la entrada: name, data_type y dims (la forma).

• output: especifique tres atributos para la salida: name, data_type y dims (la forma).

• max_batch_size: establezca el tamaño del lote en un valor mayor o igual a 1 que indique el 
tamaño máximo de lote que Triton debe utilizar con el modelo.

Para obtener más información sobre la configuraciónconfig.pbtxt, consulte el repositorio de 
GitHub Triton. Triton proporciona varias configuraciones para ajustar el comportamiento del modelo. 
Algunas de las opciones de configuración más comunes e importantes son:

• instance_groups: los grupos de instancias ayudan a especificar el número y la ubicación 
de un modelo determinado. Tienen los atributos count, kind, y gpus (usados cuando kind
es KIND_GPU). El atributo count equivale a la cantidad de trabajadores. Para el servicio de 
modelos normal, cada trabajador tiene su propia copia de modelo. Del mismo modo, en Triton, 
el count especifica el número de copias del modelo por dispositivo. Por ejemplo, si el tipo
instance_group es KIND_CPU, entonces la CPU tiene el número count de copias del modelo.

Note

En una instancia de GPU, la configuración instance_group se aplica a cada dispositivo 
de GPU. Por ejemplo, se coloca el número count de copias del modelo en cada 
dispositivo de GPU, a menos que especifique explícitamente qué dispositivos de GPU 
deben cargar el modelo.

• dynamic_batching y sequence_batching: el procesamiento por lotes dinámico se usa para 
los modelos sin estado y el procesamiento por lotes secuencial se usa para los modelos con 
estado (en los que se desea enrutar una solicitud a la misma instancia del modelo cada vez). 
Los programadores de procesamiento por lotes permiten una cola por modelo, lo que ayuda a 
aumentar el rendimiento, en función de la configuración del procesamiento por lotes.
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• ensemble: un modelo de conjunto representa una canalización de uno o más modelos y la 
conexión de los tensores de entrada y salida entre esos modelos. Es posible configurarlo 
especificando platform comoensemble. La configuración del conjunto es solo una 
representación de la canalización del modelo. En este caso SageMaker, todos los modelos de un 
conjunto se tratan como dependientes del modelo de conjunto y se cuentan como un modelo único 
para SageMaker las métricas, por ejemplo. LoadedModelCount

Publicar las métricas predeterminadas de Triton en Amazon CloudWatch

El contenedor de inferencias Triton de NVIDIA expone las métricas en el puerto 8002 (configurable) 
para los distintos modelos y GPU que se utilizan en el servidor de inferencia Triton. Para obtener 
todos los detalles de las métricas predeterminadas disponibles, consulte la GitHub página de las 
métricas del servidor de inferencia de Triton. Estas métricas están en formato Prometheus y pueden 
extraerse mediante una configuración de scraper de Prometheus.

A partir de la versión 23.07 en adelante, el contenedor SageMaker Triton permite publicar estas 
métricas en Amazon CloudWatch especificando algunas variables de entorno. Para superar las 
métricas de Prometheus, el contenedor Triton utiliza SageMaker el agente de Amazon. CloudWatch

Las variables de entorno obligatorias que debe especificar para recopilar las métricas son las 
siguientes:

Variable de entorno Descripción Ejemplo de valor

SAGEMAKER_TRITON_A 
LLOW_METRICS

Especifique esta opción para 
permitir que Triton publique 
métricas en su punto final de 
Prometheus.

"true"

SAGEMAKER_TRITON_P 
UBLISH_METRICS_TO_ 
CLOUDWATCH

Especifica esta opción para 
iniciar las comprobaciones 
previas necesarias para 
publicar las métricas en 
Amazon CloudWatch.

"true"

SAGEMAKER_TRITON_C 
LOUDWATCH_LOG_GROUP

Especifique esta opción para 
apuntar al grupo de registros 

«/aws/ SageMaker /Endpoint 
s//» TritonMetrics SageMaker 
TwoEnsemblesTest
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Variable de entorno Descripción Ejemplo de valor

en el que se escriben las 
métricas.

SAGEMAKER_TRITON_C 
LOUDWATCH_METRIC_N 
AMESPACE

Especifique esta opción 
para señalar el espacio de 
nombres de las métricas en 
el que quiera ver y trazar las 
métricas.

«/aws/ SageMaker /Endpoint 
s/TritonMetrics/SageMakerTw 
oEnsemblesPublicTest»

SAGEMAKER_TRITON_M 
ETRICS_PORT

Especifique esto como 8002 
o cualquier otro puerto. Si no 
SageMaker ha bloqueado 
el puerto especificado, se 
utiliza. De lo contrario, se elige 
automáticamente otro puerto 
no bloqueado.

"8002"

Al publicar métricas con Triton activado SageMaker, tenga en cuenta las siguientes limitaciones:

• Si bien puedes generar métricas personalizadas a través de la C-API y el backend de Python 
(a partir de la versión 23.05), actualmente no se admiten para su publicación en Amazon. 
CloudWatch

• En el modo de puntos finales SageMaker multimodelo (MME), Triton se ejecuta en un entorno 
que requiere que se habilite el espacio de nombres de los modelos, ya que cada modelo (excepto 
los modelos de conjunto) se trata como si estuviera en su propio repositorio de modelos. En la 
actualidad, esto crea una limitación para las métricas. Cuando el espaciado de nombres de los 
modelos está activado, Triton no distingue las métricas entre dos modelos con el mismo nombre 
que pertenecen a conjuntos diferentes. Como solución alternativa, asegúrese de que cada modelo 
que se esté implementando tenga un nombre único. Esto también facilita la búsqueda de las 
métricas. CloudWatch

Variables de entorno

En la siguiente tabla se enumeran las variables de entorno compatibles con Triton on SageMaker.
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Variable de entorno Descripción Tipo Valores posibles

SAGEMAKER 
_MULTI_MODEL

Permite que Triton 
funcione en el 
modo de puntos 
finales SageMaker 
multimodelo.

Booleano true, false

SAGEMAKER 
_TRITON_D 
EFAULT_MO 
DEL_NAME

Especifique el modelo 
que se va a cargar en 
el modo de modelo 
SageMaker único 
(predeterminado). 
Para el modo 
conjunto, especifique 
el nombre del propio 
conjunto.

Cadena <model_name>
como se especifica en 
config.pbtxt

SAGEMAKER 
_TRITON_P 
ING_MODE

'ready'es el modo 
predeterminado en 
el modo SageMaker 
de modelo único 
y 'live' es el 
predeterminado en 
el modo SageMaker 
de puntos finales 
multimodelo.

Cadena ready, live

SAGEMAKER 
_TRITON_D 
ISABLE_MO 
DEL_NAMES 
PACING

En el contenedor 
SageMaker Triton, 
está configurado en 
de forma predeterm 
inada. true

Booleano true, false

SAGEMAKER 
_BIND_TO_PORT

Mientras está 
activado SageMaker 
, el puerto predeterm 

Cadena <port_number>
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Variable de entorno Descripción Tipo Valores posibles

inado es 8080. Puede 
personalizarlo para 
un puerto diferente en 
escenarios con varios 
contenedores.

SAGEMAKER 
_SAFE_POR 
T_RANGE

Esto lo establece la 
SageMaker plataform 
a cuando se utiliza 
el modo multicont 
enedor.

Cadena <port_1>–<port_2>

SAGEMAKER 
_TRITON_A 
LLOW_GRPC

Si bien actualmen 
te SageMaker no 
es compatible con 
el GRPC, si utilizas 
Triton frente a 
un proxy inverso 
personalizado, 
puedes optar por 
habilitar el GRPC.

Booleano true, false

SAGEMAKER 
_TRITON_G 
RPC_PORT

El puerto predeterm 
inado del GRPC es 
el 8001, pero puede 
cambiarlo.

Cadena <port_number>

SAGEMAKER 
_TRITON_T 
HREAD_COUNT

Puede establecer el 
número de subproces 
os predeterminados 
del controlador de 
solicitudes HTTP.

Cadena <number>
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Variable de entorno Descripción Tipo Valores posibles

SAGEMAKER 
_TRITON_L 
OG_VERBOSE

trueestá activado de 
forma predeterminada 
SageMaker, pero 
puedes desactivar 
esta opción de forma 
selectiva.

Booleano true, false

SAGEMAKER 
_TRITON_L 
OG_INFO

falseactivado de 
forma predeterm 
inada. SageMaker

Booleano true, false

SAGEMAKER 
_TRITON_L 
OG_WARNING

falseactivado de 
forma predeterminada 
SageMaker.

Booleano true, false

SAGEMAKER 
_TRITON_L 
OG_ERROR

falseactivado de 
forma predeterminada 
SageMaker.

Booleano true, false

SAGEMAKER 
_TRITON_S 
HM_DEFAUL 
T_BYTE_SIZE

Especifique el tamaño 
de shm para el 
backend de Python 
(en bytes). El valor 
predeterminado es 
16 MB, pero se puede 
aumentar.

Cadena <number>

SAGEMAKER 
_TRITON_S 
HM_GROWTH 
_BYTE_SIZE

Especifique el tamaño 
de crecimiento de 
shm para el backend 
de Python (en bytes). 
El valor predeterm 
inado es 1 MB, pero 
se puede aumentar 
para permitir mayores 
incrementos.

Cadena <number>
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Variable de entorno Descripción Tipo Valores posibles

SAGEMAKER 
_TRITON_T 
ENSORFLOW 
_VERSION

El valor predeterm 
inado es 2. Triton 
ya no es compatibl 
e con Tensorflow 
2 desde la versión 
23.04 de Triton. 
Puede configurar 
esta variable para 
versiones anteriores.

Cadena <number>

SAGEMAKER 
_TRITON_M 
ODEL_LOAD 
_GPU_LIMIT

Restrinja el porcentaj 
e máximo de memoria 
de la GPU que se 
utiliza para cargar los 
modelos y permitir 
que el resto se utilice 
para las solicitudes de 
inferencia.

Cadena <number>

SAGEMAKER 
_TRITON_A 
LLOW_METRICS

falseactivado de 
forma predeterminada 
SageMaker.

Booleano true, false

SAGEMAKER 
_TRITON_M 
ETRICS_PORT

El puerto predeterm 
inado es 8002.

Cadena <number>
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Variable de entorno Descripción Tipo Valores posibles

SAGEMAKER 
_TRITON_P 
UBLISH_ME 
TRICS_TO_ 
CLOUDWATCH

falseactivado de 
forma predeterm 
inada SageMaker. 
Defina esta variable 
para true permitir 
enviar las métricas 
predeterminadas 
de Triton a Amazon 
CloudWatch. Si esta 
opción está habilitad 
a, serás responsab 
le de CloudWatch 
los costes cuando se 
publiquen las métricas 
en tu cuenta.

Booleano true, false

SAGEMAKER 
_TRITON_C 
LOUDWATCH 
_LOG_GROUP

Es obligatorio si has 
activado la publicaci 
ón de métricas en 
CloudWatch.

Cadena <cloudwat 
ch_log_gr 
oup_name>

SAGEMAKER 
_TRITON_C 
LOUDWATCH 
_METRIC_N 
AMESPACE

Obligatorio si has 
activado la publicaci 
ón de métricas en 
CloudWatch.

Cadena <cloudwat 
ch_metric 
_namespace>

SAGEMAKER 
_TRITON_A 
DDITIONAL_ARGS

Añade cualquier 
argumento adicional 
al iniciar el servidor 
Triton.

Cadena <addition 
al_args>
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Implemente modelos periféricos con SageMaker Edge Manager

Warning

SageMaker Edge Manager dejará de fabricarse el 26 de abril de 2024. Para obtener más 
información sobre cómo seguir implementando sus modelos en dispositivos periféricos, 
consulte SageMaker Fin de la vida útil de Edge Manager.

Amazon SageMaker Edge Manager proporciona administración de modelos para dispositivos 
periféricos para que pueda optimizar, proteger, supervisar y mantener los modelos de aprendizaje 
automático en flotas de dispositivos periféricos, como cámaras inteligentes, robots, ordenadores 
personales y dispositivos móviles.

¿Por qué usar Edge Manager?

Muchos casos de uso de machine learning (ML) requieren la ejecución de modelos de ML en 
una flota de dispositivos periféricos, lo que permite obtener predicciones en tiempo real, preserva 
la privacidad de los usuarios finales y reduce el coste de conectividad de red. Con la creciente 
disponibilidad de hardware periférico de bajo consumo diseñado para ML, ahora es posible ejecutar 
varios modelos de redes neuronales complejos en dispositivos periféricos.

Sin embargo, utilizar modelos de ML en dispositivos periféricos es todo un desafío, ya que los 
dispositivos, a diferencia de las instancias en la nube, tienen recursos de cálculo, memoria y 
conectividad limitados. Una vez implementado el modelo, es necesario supervisarlo de forma 
continua, ya que la desviación del modelo puede provocar que la calidad de éste disminuya con 
el tiempo. Supervisar los modelos en todas las flotas de dispositivos es difícil porque es necesario 
escribir un código personalizado para recopilar muestras de datos del dispositivo y reconocer 
los sesgos en las predicciones. Además, los modelos suelen tener una codificación rígida en la 
aplicación. Para actualizar el modelo, debe reconstruir y actualizar todo el firmware de la aplicación o 
dispositivo, lo que puede interrumpir sus operaciones.

Con SageMaker Edge Manager, puede optimizar, ejecutar, supervisar y actualizar los modelos de 
aprendizaje automático en todas las flotas de dispositivos periféricos.

¿Cómo funciona?

En términos generales, el flujo de trabajo de SageMaker Edge Manager consta de cinco 
componentes principales: compilar modelos con SageMaker Neo, empaquetar los modelos 
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compilados con Neo, implementar modelos en sus dispositivos, ejecutar modelos en el motor de 
SageMaker inferencia (agente de Edge Manager) y mantener los modelos en los dispositivos.

SageMaker Edge Manager utiliza SageMaker Neo para optimizar los modelos para el hardware de 
destino con un solo clic y, a continuación, para firmar criptográficamente los modelos antes de la 
implementación. Con SageMaker Edge Manager, puede muestrear los datos de entrada y salida del 
modelo de los dispositivos periféricos y enviarlos a la nube para su supervisión y análisis, además 
de ver un panel de control que rastrea e informa visualmente sobre el funcionamiento de los modelos 
implementados en la SageMaker consola.

SageMaker Edge Manager extiende las capacidades que antes solo estaban disponibles en la nube 
a la periferia, de modo que los desarrolladores puedan mejorar continuamente la calidad de los 
modelos mediante Amazon SageMaker Model Monitor para detectar desviaciones, luego volver a 
etiquetar los datos con SageMaker Ground Truth y volver a entrenar los modelos. SageMaker

¿Cómo utilizo SageMaker Edge Manager?

Si es la primera vez que utiliza SageMaker Edge Manager, le recomendamos que haga lo siguiente:

1. Lea la sección Primeros pasos: en esta sección se explica cómo configurar su primer trabajo de 
empaquetado periférico y cómo crear su primera flota.

2. Explore los ejemplos de cuadernos Jupyter de Edge Manager: los cuadernos de ejemplo 
se almacenan en el amazon-sagemaker-examples GitHub repositorio, en la carpeta 
sagemaker_edge_manager.

Introducción

Esta guía muestra cómo completar los pasos necesarios para registrar, implementar y administrar 
una flota de dispositivos, y cómo cumplir los requisitos previos de Amazon SageMaker Edge 
Manager.
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Temas

• Configuración

• Forme, compile y empaquete su modelo

• Crear y registrar flotas y autenticar dispositivos

• Descargue y configure Edge Manager

• Ejecutar agente

Configuración

Antes de empezar a utilizar SageMaker Edge Manager para gestionar los modelos de sus flotas de 
dispositivos, primero debe crear funciones de IAM para ambos. SageMaker AWS IoT También querrá 
crear al menos un depósito de Amazon S3 en el que almacenar su modelo previamente entrenado, el 
resultado de su trabajo de compilación de SageMaker Neo y los datos de entrada de sus dispositivos 
periféricos.

Registro para obtener una Cuenta de AWS

Si no dispone de una Cuenta de AWS, siga estos pasos para crear una.

Cómo registrarse para una Cuenta de AWS

1. Abra https://portal.aws.amazon.com/billing/signup.

2. Siga las instrucciones que se le indiquen.

Parte del procedimiento de registro consiste en recibir una llamada telefónica e indicar un código 
de verificación en el teclado del teléfono.

Al registrarse en una Cuenta de AWS, se crea un Usuario raíz de la cuenta de AWS. El usuario 
raíz tendrá acceso a todos los Servicios de AWS y recursos de esa cuenta. Como práctica 
recomendada de seguridad, asigne acceso administrativo a un usuario administrativo y utilice 
únicamente el usuario raíz para realizar tareas que requieran acceso de usuario raíz.

AWS le enviará un correo electrónico de confirmación luego de completar el proceso de registro. 
Puede ver la actividad de la cuenta y administrar la cuenta en cualquier momento entrando en https:// 
aws.amazon.com/ y seleccionando Mi cuenta.
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Crear un usuario administrativo

Después de registrarse para obtener una Cuenta de AWS, proteja su Usuario raíz de la cuenta de 
AWS, habilite AWS IAM Identity Center y cree un usuario administrativo para no utilizar el usuario 
raíz en las tareas cotidianas.

Protección de su Usuario raíz de la cuenta de AWS

1. Inicie sesión en la AWS Management Console como propietario de cuenta, elija Usuario raíz e 
ingrese el email de su Cuenta de AWS. En la siguiente página, escriba su contraseña.

Para obtener ayuda para iniciar sesión con el usuario raíz, consulte Signing in as the root user
en la Guía del usuario de AWS Sign-In.

2. Active la autenticación multifactor (MFA) para el usuario raíz.

Para obtener instrucciones, consulte Habilitar un dispositivo MFA virtual para el usuario raíz de 
la Cuenta de AWS (consola) en la Guía del usuario de IAM.

Creación de un usuario administrativo

1. Activar IAM Identity Center

Para conocer las instrucciones, consulte Habilitar AWS IAM Identity Center en la Guía del 
usuario de AWS IAM Identity Center.

2. En IAM Identity Center, otorga acceso administrativo a un usuario administrativo.

Para ver un tutorial sobre el uso de Directorio de IAM Identity Center como origen de identidad, 
consulte Configurar el acceso de los usuarios con la configuración predeterminada de Directorio 
de IAM Identity Center en la Guía del usuario de AWS IAM Identity Center.

Cómo iniciar sesión como usuario administrativo

• Para iniciar sesión con el usuario del IAM Identity Center, utilice la URL de inicio de sesión que 
se envió a la dirección de correo electrónico cuando creó el usuario del IAM Identity Center.

Para obtener ayuda para iniciar sesión con un usuario del IAM Identity Center, consulte Iniciar 
sesión en el portal de acceso de AWS en la Guía del Usuario de AWS Sign-In.

Introducción 4690

https://console.aws.amazon.com/
https://docs.aws.amazon.com/signin/latest/userguide/console-sign-in-tutorials.html#introduction-to-root-user-sign-in-tutorial
https://docs.aws.amazon.com/IAM/latest/UserGuide/enable-virt-mfa-for-root.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/enable-virt-mfa-for-root.html
https://docs.aws.amazon.com/singlesignon/latest/userguide/get-set-up-for-idc.html
https://docs.aws.amazon.com/singlesignon/latest/userguide/quick-start-default-idc.html
https://docs.aws.amazon.com/singlesignon/latest/userguide/quick-start-default-idc.html
https://docs.aws.amazon.com/signin/latest/userguide/iam-id-center-sign-in-tutorial.html
https://docs.aws.amazon.com/signin/latest/userguide/iam-id-center-sign-in-tutorial.html


Amazon SageMaker Guía para desarrolladores

Cree roles y almacenamiento

SageMaker Edge Manager necesita acceder a la URI de su bucket de Amazon S3. Para facilitar esto, 
cree un rol de IAM que pueda ejecutarse SageMaker y tenga permiso para acceder a Amazon S3. 
Con este rol, SageMaker puede ejecutarse en su cuenta y acceder a su bucket de Amazon S3.

Puede crear un rol de IAM mediante la consola de IAM, el SDK para Python (Boto3) AWS o AWS 
CLI. A continuación, se muestra un ejemplo de cómo crear un rol de IAM, asociar las políticas 
necesarias a la consola de IAM y crear un bucket de Amazon S3.

1. Cree un rol de IAM para Amazon SageMaker.

a. Inicie sesión en la AWS Management Console y abra la consola de IAM en https:// 
console.aws.amazon.com/iam/.

b. En el panel de navegación de la consola de IAM, seleccione Roles y, a continuación, 
seleccione Crear rol.

c. En Seleccionar el tipo de entidad de confianza, elija  servicio deAWS.

d. Elija el servicio que desea permitir que asuma este rol. En este caso, elija SageMaker. A 
continuación, elija Siguiente: permisos.

• Esto crea automáticamente una política de IAM que concede acceso a servicios 
relacionados, como Amazon S3, Amazon ECR y CloudWatch Logs.

e. Elija Siguiente: Etiquetas.

f. De manera opcional, agregue metadatos al rol asociando etiquetas como pares de 
clave-valor. Para obtener más información acerca del uso de etiquetas en IAM, consulte
Etiquetado de los recursos de IAM.

g. Elija Siguiente: revisar.

h. Escriba un Nombre de rol.

i. Si es posible, escriba un nombre de rol o un sufijo de nombre de rol. Los nombres de rol 
deben ser únicos en su cuenta de AWS. No distinguen entre mayúsculas y minúsculas. Por 
ejemplo, no puede crear funciones denominado tanto PRODROLE como prodrole. Dado 
que es posible que otros recursos de AWS hagan referencia al rol, no se puede editar el 
nombre del rol después de crearlo.

j. (Opcional) En Descripción de rol, escriba una descripción para el nuevo rol.

k. Revise el rol y, a continuación, seleccione Crear rol.
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Tenga en cuenta el ARN de SageMaker rol, que utiliza para crear un trabajo de compilación 
con SageMaker Neo y un trabajo de empaquetado con Edge Manager. Para averiguar el 
ARN de rol mediante la consola, haga lo siguiente:

i. Vaya a la consola de IAM: https://console.aws.amazon.com/iam/

ii. Seleccione Roles.

iii. Busque el rol que acaba de crear escribiendo el nombre del rol en el campo de 
búsqueda.

iv. Seleccione el rol.

v. El ARN del rol se encuentra en la parte superior de la página de Resumen.

2. Crear un rol de IAM para AWS IoT.

El rol de IAM AWS IoT que cree se usa para autorizar sus objetos de cosas. También se utiliza 
el ARN del rol de IAM para crear y registrar flotas de dispositivos con SageMaker un objeto de 
cliente.

Configure un rol de IAM en su cuenta AWS para que el proveedor de credenciales la asuma en 
nombre de los dispositivos de su flota. A continuación, asocie una política que autorice a sus 
dispositivos a interactuar con servicios AWS IoT.

Cree un rol mediante programación AWS IoT o con la consola de IAM, de forma similar a lo que 
hizo cuando creó un rol. SageMaker

a. Inicie sesión en la AWS Management Console y abra la consola de IAM en https:// 
console.aws.amazon.com/iam/.

b. En el panel de navegación de la consola de IAM, seleccione Roles y, a continuación, 
seleccione Crear rol.

c. En Seleccionar el tipo de entidad de confianza, elija  servicio deAWS.

d. Elija el servicio que desea permitir que asuma este rol. En este caso, seleccione IoT. 
Seleccione IoT como caso de uso.

e. Elija Siguiente: Permisos.

f. Elija Siguiente: Etiquetas.

g. De manera opcional, agregue metadatos al rol asociando etiquetas como pares de 
clave-valor. Para obtener más información acerca del uso de etiquetas en IAM, consulte
Etiquetado de los recursos de IAM.
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h. Elija Siguiente: revisar.

i. Escriba un Nombre de rol. El nombre del rol debe empezar por SageMaker.

j. (Opcional) En Descripción de rol, escriba una descripción para el nuevo rol.

k. Revise el rol y, a continuación, seleccione Crear rol.

l. Una vez creado el rol, elija Roles en la consola de IAM. Busque el rol que acaba de crear 
escribiendo el nombre del rol en el campo de Búsqueda.

m. Elija su rol.

n. A continuación, seleccione Asociar políticas.

o. Buscar AmazonSageMakerEdgeDeviceFleetPolicy en el campo de Búsqueda. 
Seleccione AmazonSageMakerEdgeDeviceFleetPolicy.

p. Elija Asociar política.

q. Agregue la siguiente declaración de política a la relación de confianza:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
      { 
        "Effect": "Allow", 
        "Principal": {"Service": "credentials.iot.amazonaws.com"}, 
        "Action": "sts:AssumeRole" 
      }, 
      { 
        "Effect": "Allow", 
        "Principal": {"Service": "sagemaker.amazonaws.com"}, 
        "Action": "sts:AssumeRole" 
      } 
  ]
}

Una política de confianza es un documento de política JSON en el que define las entidades 
principales en las que confía para asumir el rol. Para obtener más información sobre 
políticas de confianza, consulte Términos y conceptos de roles.

r. Apunte el ARN del rol AWS IoT. El ARN del rol AWS IoT se utiliza para crear y registrar la 
flota de dispositivos. Para buscar el ARN del rol de IAM con la consola:

i. Vaya a la consola de IAM: https://console.aws.amazon.com/iam/

ii. Elija Roles.
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iii. Busque el rol que acaba de crear escribiendo el nombre del rol en el campo de
Búsqueda.

iv. Seleccione el rol.

v. El ARN del rol se encuentra en la página Resumen.

3. Crear un bucket de Amazon S3.

SageMaker Neo y Edge Manager acceden a su modelo precompilado y al modelo compilado 
desde un bucket de Amazon S3. Edge Manager también almacena datos de muestra de su flota 
de dispositivos en Amazon S3.

a. Abra la consola de Amazon S3 en https://console.aws.amazon.com/s3/.

b. Elija Crear bucket.

c. En Nombre del bucket, escriba un nombre para el bucket.

d. En Región, elija la región de AWS en la que desea que se encuentre el bucket.

e. En Configuración del bucket para Block Public Access, elija la configuración que desee 
aplicar al bucket.

f. Elija Crear bucket.

Para obtener más información sobre creación de buckets de Amazon S3, consulte Introducción a 
Amazon S3.

Forme, compile y empaquete su modelo

En esta sección, creará SageMaker objetos de AWS IoT cliente, descargará un modelo de 
aprendizaje automático previamente entrenado, cargará su modelo en su bucket de Amazon S3, 
compilará su modelo para su dispositivo de destino con SageMaker Neo y empaquetará su modelo 
para que pueda implementarse con el agente Edge Manager.

1. Importar bibliotecas y crear objetos de cliente.

En este tutorial se utiliza AWS SDK for Python (Boto3) para crear clientes con los que interactuar 
SageMaker, Amazon S3 yAWS IoT.

Importe Boto3, especifique su Región e inicie los objetos de cliente que necesite, como se 
muestra en el siguiente ejemplo:
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import boto3
import json
import time

AWS_REGION = 'us-west-2'# Specify your Region
bucket = 'bucket-name'

sagemaker_client = boto3.client('sagemaker', region_name=AWS_REGION)
iot_client = boto3.client('iot', region_name=AWS_REGION)

Defina las variables y asígneles el rol ARN para el que creó SageMaker y AWS IoT como 
cadenas:

# Replace with the role ARN you created for SageMaker
sagemaker_role_arn = "arn:aws:iam::<account>:role/*"

# Replace with the role ARN you created for AWS IoT.  
# Note: The name must start with 'SageMaker'
iot_role_arn = "arn:aws:iam::<account>:role/SageMaker*"

2. Formación de un modelo de machine learning.

Consulte Train a Model with Amazon SageMaker para obtener más información sobre cómo 
entrenar un modelo de aprendizaje automático utilizando SageMaker. Si lo desea, puede cargar 
su modelo formado a nivel local directamente en un bucket de URI de Amazon S3.

Si aún no tiene un modelo, puede usar un modelo previamente formado para los siguientes 
pasos de este tutorial. Por ejemplo, puede guardar los modelos MobileNet V2 del TensorFlow 
marco. MobileNet V2 es un modelo de clasificación de imágenes optimizado para aplicaciones 
móviles. Para obtener más información sobre la MobileNet V2, consulte el MobileNet GitHub 
archivo README.

Escriba lo siguiente en su Jupyter Notebook para guardar el modelo V2 previamente MobileNet 
entrenado:

# Save the MobileNet V2 model to local storage 
   import tensorflow as tf 
   model = tf.keras.applications.MobileNetV2() 
   model.save(“mobilenet_v2.h5”)
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Note

• Si no lo tiene TensorFlow instalado, puede hacerlo ejecutando pip install 
tensorflow=2.4

• Utilice TensorFlow la versión 2.4 o inferior para este tutorial.

El modelo se guardará en el archivo mobilenet_v2.h5. Antes de empaquetar el modelo, 
primero tendrá que compilarlo con SageMaker Neo. Consulte Marcos, dispositivos, sistemas 
y arquitecturas compatibles para comprobar si su versión de TensorFlow (u otro marco de su 
elección) es compatible actualmente con SageMaker Neo.

SageMaker Neo requiere que los modelos se almacenen como un archivo TAR comprimido. 
Vuelva a empaquetarlo como archivo TAR comprimido (*.tar.gz):

# Package MobileNet V2 model into a TAR file  
   import tarfile 
    
   tarfile_name='mobilenet-v2.tar.gz' 
    
   with tarfile.open(tarfile_name, mode='w:gz') as archive: 
       archive.add('mobilenet-v2.h5')

3. Cargar sus archivos en Amazon S3.

Una vez que tenga un modelo de machine learning, guárdelo en un bucket de Amazon S3. En 
el siguiente ejemplo, se utiliza un comando AWS CLI para cargar el modelo en el bucket de 
Amazon S3 que creó anteriormente en un directorio denominado modelos. Escribe lo siguiente 
en su cuaderno de Jupyter:

!aws s3 cp mobilenet-v2.tar.gz s3://{bucket}/models/

4. Compila tu modelo con SageMaker Neo.

Compila tu modelo de aprendizaje automático con SageMaker Neo para crear un dispositivo 
periférico. Debe conocer el URI del bucket de Amazon S3 en el que almacenó el modelo 
formado, el marco de machine learning que utilizó para formar al modelo, la forma de entrada del 
modelo y el dispositivo de destino.
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Para el modelo MobileNet V2, utilice lo siguiente:

framework = 'tensorflow'
target_device = 'jetson_nano'
data_shape = '{"data":[1,3,224,224]}'

SageMaker Neo requiere una forma de entrada y un formato de modelo específicos en función 
del marco de aprendizaje profundo que utilice. Para obtener más información sobre cómo 
guardar su modelo, consulte ¿Qué formas de datos de entrada espera SageMaker Neo?. 
Para obtener más información acerca de dispositivos y marcos compatibles con Neo, consulte
Marcos, dispositivos, sistemas y arquitecturas compatibles.

Usa la CreateCompilationJob API para crear un trabajo de compilación con SageMaker 
Neo. Proporcione un nombre al trabajo de compilación, el ARN del SageMaker rol, el URI de 
Amazon S3 en el que se almacena el modelo, la forma de entrada del modelo, el nombre del 
marco, el URI de Amazon S3 en el que SageMaker desea almacenar el modelo compilado y el 
destino del dispositivo perimetral.

# Specify the path where your model is stored
model_directory = 'models'
s3_model_uri = 's3://{}/{}/{}'.format(bucket, model_directory, tarfile_name)

# Store compiled model in S3 within the 'compiled-models' directory
compilation_output_dir = 'compiled-models'
s3_output_location = 's3://{}/{}/'.format(bucket, compilation_output_dir)

# Give your compilation job a name
compilation_job_name = 'getting-started-demo'

sagemaker_client.create_compilation_job(CompilationJobName=compilation_job_name, 
                                        RoleArn=sagemaker_role_arn, 
                                        InputConfig={ 
                                            'S3Uri': s3_model_uri, 
                                            'DataInputConfig': data_shape, 
                                            'Framework' : framework.upper()}, 
                                        OutputConfig={ 
                                            'S3OutputLocation': s3_output_location, 
                                            'TargetDevice': target_device}, 
                                        StoppingCondition={'MaxRuntimeInSeconds': 
 900}) 
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5. Empaquete su modelo compilado.

Los trabajos de empaquetado toman SageMaker modelos compilados en NEO y realizan los 
cambios necesarios para implementar el modelo con el motor de inferencia, el agente Edge 
Manager. Para empaquetar el modelo, cree un trabajo de empaquetado perimetral con la
create_edge_packaging API o la consola. SageMaker

Debe proporcionar el nombre que utilizó para el trabajo de compilación de Neo, un nombre 
para el trabajo de empaquetado, un ARN de rol (consulte la sección Configuración), un nombre 
para el modelo, una versión del modelo y el URI del bucket de Amazon S3 para el resultado del 
trabajo de empaquetado. Tenga en cuenta que los nombres de los trabajos de empaquetado de 
Edge Manager distinguen entre mayúsculas y minúsculas. Aquí hay un ejemplo de cómo crear 
un trabajo de empaquetado mediante la API.

edge_packaging_name='edge-packaging-demo'
model_name="sample-model"
model_version="1.1"

Defina el URI de Amazon S3 en el que desea almacenar el modelo empaquetado.

# Output directory where you want to store the output of the packaging job
packaging_output_dir = 'packaged_models'
packaging_s3_output = 's3://{}/{}'.format(bucket, packaging_output_dir)

Utilice CreateEdgePackagingJob para empaquetar su modelo compilado en NEO. 
Proporcione un nombre para el trabajo de empaquetado periférico y el nombre que 
proporcionó para el trabajo de compilación (en este ejemplo, se almacenó en la variable
compilation_job_name). Proporcione también un nombre para el modelo, una versión del 
modelo (esto se utiliza para ayudarle a realizar un seguimiento de la versión del modelo que está 
utilizando) y el URI de S3 en el que SageMaker desea almacenar el modelo empaquetado.

sagemaker_client.create_edge_packaging_job( 
                    EdgePackagingJobName=edge_packaging_name, 
                    CompilationJobName=compilation_job_name, 
                    RoleArn=sagemaker_role_arn, 
                    ModelName=model_name, 
                    ModelVersion=model_version, 
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                    OutputConfig={ 
                        "S3OutputLocation": packaging_s3_output 
                        } 
                    )

Crear y registrar flotas y autenticar dispositivos

En esta sección, creará su objeto de cosa AWS IoT, creará una flota de dispositivos, registrará su 
flota de dispositivos para que pueda interactuar con la nube, creará certificados X.509 para autenticar 
sus dispositivos en AWS IoT Core, asociará el alias de rol a AWS IoT que se generó cuando creó su 
flota, obtendrá el punto de conexión AWS específico de su cuenta para el proveedor de credenciales, 
obtendrá un archivo Amazon Root CA oficial y subirá el archivo de Amazon CA a Amazon S3.

1. Creación de AWS IoT cosas.

SageMaker Edge Manager aprovecha los AWS IoT Core servicios para facilitar la conexión 
entre los dispositivos periféricos y los puntos finales de la AWS nube. Puede aprovechar las 
funciones AWS IoT existentes después de configurar sus dispositivos para que funcionen con 
Edge Manager.

Para conectar su dispositivo a AWS IoT, debe crear AWS IoT objetos de cosa, crear y registrar 
un certificado de cliente con AWS IoT y crear y configurar el rol de IAM para sus dispositivos.

En primer lugar, cree objetos de cosa AWS IoT con el cliente AWS IoT (iot_client) que creó 
anteriormente con Boto3. En el ejemplo siguiente se muestra cómo crear dos objetos de cosa:

iot_thing_name = 'sample-device'
iot_thing_type = 'getting-started-demo'

iot_client.create_thing_type( 
    thingTypeName=iot_thing_type
)

# Create an AWS IoT thing objects
iot_client.create_thing( 
    thingName=iot_thing_name, 
    thingTypeName=iot_thing_type
)

2. Crear su flota de dispositivos.
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Cree una flota de dispositivos con el objeto SageMaker cliente definido en un paso anterior. 
También puede usar la SageMaker consola para crear una flota de dispositivos.

import time
device_fleet_name="demo-device-fleet" + str(time.time()).split('.')[0]
device_name="sagemaker-edge-demo-device" + str(time.time()).split('.')[0]

Especifique el ARN de su rol de IoT. Esto permite a AWS IoT conceder credenciales temporales 
a los dispositivos.

device_model_directory='device_output'
s3_device_fleet_output = 's3://{}/{}'.format(bucket, device_model_directory)

sagemaker_client.create_device_fleet( 
    DeviceFleetName=device_fleet_name, 
    RoleArn=iot_role_arn, # IoT Role ARN specified in previous step 
    OutputConfig={ 
        'S3OutputLocation': s3_device_fleet_output 
    }
)

Al crear una flota de dispositivos, se crea un alias de rol AWS IoT. Este alias de rol se asocia a 
la utilización de AWS IoT del objeto iot_client en un paso posterior.

3. Registrar su flota de dispositivos.

Para interactuar con la nube, debe registrar su dispositivo en SageMaker Edge Manager. 
En este ejemplo, registra un único dispositivo con la flota que ha creado. Para registrar el 
dispositivo, debe proporcionar un nombre de dispositivo y el nombre de la cosa AWS IoT, tal y 
como se muestra en el siguiente ejemplo:

# Device name should be 36 characters
device_name = "sagemaker-edge-demo-device" + str(time.time()).split('.')[0]

sagemaker_client.register_devices( 
    DeviceFleetName=device_fleet_name, 
    Devices=[ 
        { 
            "DeviceName": device_name, 
            "IotThingName": iot_thing_name 
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        } 
    ]
)

4. Crear certificados X.509.

Tras crear el objeto de cosa AWS IoT, debe crear un certificado de dispositivo X.509 para el 
objeto de cosa. Este certificado autentica su dispositivo en AWS IoT Core.

Utilice lo siguiente para crear una clave privada, una clave pública y un archivo de certificado 
X.509 con el cliente AWS IoT definido (iot_client) anteriormente.

# Creates a 2048-bit RSA key pair and issues an X.509 # certificate  
# using the issued public key.
create_cert = iot_client.create_keys_and_certificate( 
    setAsActive=True  
)

# Get certificate from dictionary object and save in its own
with open('./device.pem.crt', 'w') as f: 
    for line in create_cert['certificatePem'].split('\n'): 
        f.write(line) 
        f.write('\n')
# Get private key from dictionary object and save in its own  
with open('./private.pem.key', 'w') as f: 
    for line in create_cert['keyPair']['PrivateKey'].split('\n'): 
        f.write(line) 
        f.write('\n')
# Get a private key from dictionary object and save in its own  
with open('./public.pem.key', 'w') as f: 
    for line in create_cert['keyPair']['PublicKey'].split('\n'): 
        f.write(line) 
        f.write('\n')

5. Asocie el alias del rol a AWS IoT.

Al crear una flota de dispositivos con SageMaker 
(sagemaker_client.create_device_fleet()), se genera un alias de rol para usted. 
El alias de rol AWS IoT proporciona un mecanismo para que los dispositivos conectados se 
autentiquen en AWS IoT mediante certificados X.509 y obtengan credenciales AWS de corta 
duración de un rol de IAM asociado a un alias de rol AWS IoT. El alias de rol le permite cambiar 
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el rol del dispositivo sin tener que actualizarlo. Utilice DescribeDeviceFleet para obtener el 
nombre del alias y el ARN del rol.

# Print Amazon Resource Name (ARN) and alias that has access  
# to AWS Internet of Things (IoT).
sagemaker_client.describe_device_fleet(DeviceFleetName=device_fleet_name)

# Store iot role alias string in a variable
# Grabs role ARN
full_role_alias_name = 
 sagemaker_client.describe_device_fleet(DeviceFleetName=device_fleet_name)
['IotRoleAlias']
start_index = full_role_alias_name.find('SageMaker') # Find beginning of role name 
   
role_alias_name = full_role_alias_name[start_index:] 

Utilice iot_client para facilitar la asociación del alias de rol generado al crear la flota de 
dispositivos con AWS IoT:

role_alias = iot_client.describe_role_alias( 
                    roleAlias=role_alias_name)

Para obtener más información sobre el alias de rol de IAM, consulte Alias de rol permite el 
acceso a servicios no utilizados.

Creó y registró un certificado AWS IoT anteriormente para autenticar correctamente su 
dispositivo. Ahora, debe crear y asociar una política al certificado para autorizar la solicitud del 
token de seguridad.

alias_policy = { 
  "Version": "2012-10-17", 
  "Statement": { 
    "Effect": "Allow", 
    "Action": "iot:AssumeRoleWithCertificate", 
    "Resource": role_alias['roleAliasDescription']['roleAliasArn'] 
  }
}

policy_name = 'aliaspolicy-'+ str(time.time()).split('.')[0]
aliaspolicy = iot_client.create_policy(policyName=policy_name, 
                                       policyDocument=json.dumps(alias_policy))
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# Attach policy
iot_client.attach_policy(policyName=policy_name, 
                            target=create_cert['certificateArn'])

6. Obtenga el punto de conexión AWS específico de su cuenta para el proveedor de credenciales.

Los dispositivos periféricos necesitan un punto de conexión para poder asumir las credenciales. 
Obtenga el punto de conexión específico de su cuenta AWS para el proveedor de credenciales.

# Get the unique endpoint specific to your AWS account that is making the call.
iot_endpoint = iot_client.describe_endpoint( 
    endpointType='iot:CredentialProvider'
)

endpoint="https://{}/role-aliases/{}/
credentials".format(iot_endpoint['endpointAddress'],role_alias_name)

7. Obtenga el archivo Amazon root CA oficial y cárguelo en el bucket de Amazon S3.

Use lo siguiente en tu cuaderno de Jupyter o AWS CLI (si usa su terminal, retire la función 
mágica “!”):

!wget https://www.amazontrust.com/repository/AmazonRootCA1.pem

Utilice el punto de conexión para realizar una solicitud HTTPS al proveedor de credenciales 
para devolver un token de seguridad. El ejemplo de comando siguiente utiliza curl, pero puede 
utilizar cualquier cliente HTTP.

!curl --cert device.pem.crt --key private.pem.key --cacert AmazonRootCA1.pem 
 $endpoint

Si el certificado está verificado, suba las claves y el certificado al URI de su bucket de Amazon 
S3:

!aws s3 cp private.pem.key s3://{bucket}/authorization-files/
!aws s3 cp device.pem.crt s3://{bucket}/authorization-files/
!aws s3 cp AmazonRootCA1.pem s3://{bucket}/authorization-files/

Limpie su directorio de trabajo moviendo las claves y el certificado a un directorio distinto:
Introducción 4703



Amazon SageMaker Guía para desarrolladores

# Optional - Clean up working directory
!mkdir authorization-files
!mv private.pem.key device.pem.crt AmazonRootCA1.pem authorization-files/

Descargue y configure Edge Manager

El agente de Edge Manager es un motor de inferencia para sus dispositivos periféricos. Utilice el 
agente para realizar predicciones con los modelos cargados en sus dispositivos periféricos. El agente 
también recopila las métricas del modelo y captura los datos a intervalos específicos.

En esta sección, configurará su dispositivo con el agente. Para ello, primero copie un artefacto de 
versión y un certificado raíz de firma del bucket de versión de forma local en su máquina. Después 
de haber descomprimido el artefacto de versión, cárguelo en Amazon S3. A continuación, defina y 
guarde un archivo de configuración para el agente. Se proporciona una plantilla para que la copie y 
pegue. Por último, copie los artefactos de versión, el archivo de configuración y las credenciales en 
su dispositivo.

1. Descarga el agente de SageMaker Edge Manager.

El agente se publica en formato binario para los sistemas operativos compatibles. En este 
ejemplo se realiza una inferencia en un Jetson Nano que utiliza un sistema operativo Linux y 
tiene una arquitectura ARM64. Para obtener más información sobre el sistema operativo y la 
arquitectura que utilizan los dispositivos compatibles, consulte Marcos, dispositivos, sistemas y 
arquitecturas compatibles.

Obtenga la última versión de los binarios del paquete de versiones de SageMaker Edge 
Manager de la región us-west-2.

!aws s3 ls s3://sagemaker-edge-release-store-us-west-2-linux-armv8/Releases/ | sort 
 -r

Esto muestra los artefactos de versión ordenados por su correspondiente.

                           PRE 1.20210512.96da6cc/ 
                           PRE 1.20210305.a4bc999/ 
                           PRE 1.20201218.81f481f/ 
                           PRE 1.20201207.02d0e97/
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La versión tiene el siguiente formato: <MAJOR_VERSION>.<YYYY-MM-DD>.<SHA-7>. Consta 
de tres componentes:

• <MAJOR_VERSION>: Versión de lanzamiento. La versión de lanzamiento está configurada 
actualmente en 1.

• <YYYY-MM-DD>: La marca de tiempo de versión del artefacto.

• <SHA-7>: El ID de confirmación del repositorio a partir del cual se creó la versión.

Copie el archivo TAR comprimido localmente o directamente en su dispositivo. En el siguiente 
ejemplo se muestra cómo copiar el artefacto de versión más reciente en el momento de 
publicación de este documento.

!aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/
Releases/1.20201218.81f481f/1.20201218.81f481f.tgz ./

Una vez que tenga el artefacto, descomprima el archivo TAR. Lo siguiente descomprime el 
archivo TAR y lo almacena en un directorio llamado agent_demo:

!mkdir agent_demo
!tar -xvzf 1.20201218.81f481f.tgz -C ./agent_demo

Cargue los artefactos de versión del agente en su bucket de Amazon S3. El siguiente ejemplo de 
código copia el contenido que agent_demo contiene y lo carga en un directorio de su bucket de 
Amazon S3 llamado agent_demo:

!aws s3 cp --recursive ./agent_demo s3://{bucket}/agent_demo

También necesitas los certificados raíz de firma del bucket de versiones:

!aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/Certificates/us-
west-2/us-west-2.pem ./

Cargue el certificado raíz de firma en su bucket de Amazon S3:

!aws s3 cp us-west-2.pem s3://{bucket}/authorization-files/
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2. Defina un archivo de configuración SageMaker del agente de Edge Manager.

En primer lugar, defina el archivo de configuración del agente de la siguiente manera:

sagemaker_edge_config = { 
    "sagemaker_edge_core_device_name": "device_name", 
    "sagemaker_edge_core_device_fleet_name": "device_fleet_name", 
    "sagemaker_edge_core_capture_data_buffer_size": 30, 
    "sagemaker_edge_core_capture_data_push_period_seconds": 4, 
    "sagemaker_edge_core_folder_prefix": "demo_capture", 
    "sagemaker_edge_core_region": "us-west-2", 
    "sagemaker_edge_core_root_certs_path": "/agent_demo/certificates", 
    "sagemaker_edge_provider_aws_ca_cert_file": "/agent_demo/iot-credentials/
AmazonRootCA1.pem", 
    "sagemaker_edge_provider_aws_cert_file": "/agent_demo/iot-credentials/
device.pem.crt", 
    "sagemaker_edge_provider_aws_cert_pk_file": "/agent_demo/iot-credentials/
private.pem.key", 
    "sagemaker_edge_provider_aws_iot_cred_endpoint": "endpoint", 
    "sagemaker_edge_provider_provider": "Aws", 
    "sagemaker_edge_provider_s3_bucket_name": bucket, 
    "sagemaker_edge_core_capture_data_destination": "Cloud"
}

Sustituya lo siguiente:

• "device_name" por el nombre de su dispositivo (esta cadena se almacenó en un paso 
anterior en una variable denominada device_name).

• "device_fleet_name“ por el nombre de su flota de dispositivos (esta cadena se almacenó 
en un paso anterior en una variable denominada device_fleet_name)

• "endpoint" por el punto de conexión AWS específico de su cuenta para el proveedor de 
credenciales (esta cadena se almacenó en un paso anterior en una variable denominada
endpoint).

A continuación, guárdela como un archivo JSON:

edge_config_file = open("sagemaker_edge_config.json", "w")
json.dump(sagemaker_edge_config, edge_config_file, indent = 6)
edge_config_file.close()
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Cargue el archivo de configuración en su bucket de Amazon S3:

!aws s3 cp sagemaker_edge_config.json s3://{bucket}/

3. Copie los artefactos de versión, el archivo de configuración y las credenciales en su dispositivo.

Las siguientes instrucciones se llevan a cabo en el propio dispositivo periférico.

Note

Primero debe instalar Python, el AWS SDK for Python (Boto3) y el AWS CLI en su 
dispositivo periférico.

Abra un terminal en su dispositivo. Cree una carpeta para almacenar los artefactos de versión, 
sus credenciales y el archivo de configuración.

mkdir agent_demo
cd agent_demo

Copie en su dispositivo el contenido de los artefactos de versión que ha almacenado en su 
bucket de Amazon S3:

# Copy release artifacts  
aws s3 cp s3://<bucket-name>/agent_demo/ ./ --recursive

(El contenido del artefacto de versión se almacenó en un directorio llamado agent_demo en un 
paso anterior). Sustituya <bucket-name> y agent_demo por el nombre del bucket de Amazon 
S3 y la ruta del archivo a los artefactos de versión, respectivamente.

Desplácese al directorio /bin y haga que los archivos binarios sean ejecutables:

cd bin

chmod +x sagemaker_edge_agent_binary
chmod +x sagemaker_edge_agent_client_example

cd agent_demo
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Cree un directorio para almacenar sus credenciales AWS IoT y cópielas desde su bucket de 
Amazon S3 a su dispositivo periférico (utilice el mismo que defina en la variable bucket:

mkdir iot-credentials
cd iot-credentials

aws s3 cp s3://<bucket-name>/authorization-files/AmazonRootCA1.pem ./
aws s3 cp s3://<bucket-name>/authorization-files/device.pem.crt ./
aws s3 cp s3://<bucket-name>/authorization-files/private.pem.key ./

cd ../

Cree un directorio para almacenar los certificados raíz de firma de su modelo:

mkdir certificates

cd certificates

aws s3 cp s3://<bucket-name>/authorization-files/us-west-2.pem ./

cd agent_demo

Copie el archivo de configuración en su dispositivo:

#Download config file from S3
aws s3 cp s3://<bucket-name>/sagemaker_edge_config.json ./

cd agent_demo

El directorio agent_demo del dispositivo periférico tendrá un aspecto semejante al siguiente:

###agent_demo
|    ### bin
|        ### sagemaker_edge_agent_binary
|        ### sagemaker_edge_agent_client_example
|    ### sagemaker_edge_config.json
|    ### certificates
|        ###us-west-2.pem
|    ### iot-credentials
|        ### AmazonRootCA1.pem
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|        ### device.pem.crt
|        ### private.pem.key
|    ### docs
|        ### api
|        ### examples
|    ### ATTRIBUTIONS.txt
|    ### LICENSE.txt   
|    ### RELEASE_NOTES.md

Ejecutar agente

En esta sección, ejecutará el agente como un binario mediante gRPC y comprobará que tanto el 
dispositivo como la flota funcionan y recopilan datos de muestra.

1. Lanzar el agente.

El agente de SageMaker Edge Manager se puede ejecutar como un proceso independiente en 
forma de archivo binario ejecutable con formato ejecutable y enlazable (ELF) o se puede vincular 
con él como un objeto compartido dinámico (.dll). El modo preferido es ejecutarlo como archivo 
binario ejecutable independiente y es compatible con Linux.

En este ejemplo, se utiliza gRPC para ejecutar el agente. gRPC es un marco de llamadas a 
procedimientos remotos (RPC) de código abierto y alto rendimiento que se puede ejecutar en 
cualquier entorno. Para obtener más información acerca de gRPC, consulte la documentación 
de gRPC.

Para utilizar gRPC, siga estos pasos:

a. Defina un servicio en un archivo .proto.

b. Genere código de servidor y cliente mediante el compilador de búferes de protocolos.

c. Use la API gRPC de Python (u otros lenguajes compatibles con gRPC) para escribir el 
servidor de su servicio.

d. Use la API gRPC de Python (u otros lenguajes compatibles con gRPC) para escribir un 
cliente de su servicio.

El artefacto de versión que haya descargado contiene una aplicación gRPC lista para que 
ejecute el agente. El ejemplo se encuentra en el directorio /bin del artefacto de versión. El 
ejecutable binario sagemaker_edge_agent_binary se encuentra en este directorio.
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Para ejecutar el agente con este ejemplo, proporcione la ruta al archivo socket (.sock) y al 
archivo JSON .config:

./bin/sagemaker_edge_agent_binary -a /tmp/sagemaker_edge_agent_example.sock -c 
 sagemaker_edge_config.json

2. Comprobar su dispositivo.

Compruebe que el dispositivo esté conectado y que esté tomando muestras de datos. Realizar 
comprobaciones periódicas, de forma manual o automática, le permite comprobar que su 
dispositivo o flota funcionan correctamente.

Proporcione el nombre de la flota a la que pertenece el dispositivo y el identificador único del 
dispositivo. Ejecute el siguiente comando desde el equipo local:

sagemaker_client.describe_device( 
    DeviceName=device_name, 
    DeviceFleetName=device_fleet_name
)

Para el modelo dado, puede ver el nombre, la versión del modelo, el momento de la última 
muestra y la fecha en que se hizo la última inferencia.

{  
  "DeviceName": "sample-device", 
  "DeviceFleetName": "demo-device-fleet", 
  "IoTThingName": "sample-thing-name-1", 
  "RegistrationTime": 1600977370, 
  "LatestHeartbeat": 1600977370, 
  "Models":[ 
    { 
        "ModelName": "mobilenet_v2.tar.gz",  
        "ModelVersion": "1.1", 
        "LatestSampleTime": 1600977370, 
        "LatestInference": 1600977370  
    } 
  ]
}
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La marca de tiempo proporcionada por LastetHeartbeat indica la última señal que se recibió 
del dispositivo. LatestSampleTime y LatestInference describen la marca de tiempo de la 
última muestra de datos y de la última inferencia, respectivamente.

3. Comprobar su flota.

Compruebe si su flota funciona con GetDeviceFleetReport. Proporcione el nombre de la 
flota a la que pertenece el dispositivo.

sagemaker_client.get_device_fleet_report( 
    DeviceFleetName=device_fleet_name
)

Para el modelo dado, puede ver el nombre, la versión del modelo, el momento de la última 
muestra y la fecha en que se hizo la última inferencia, junto con el URI del bucket de Amazon S3 
donde se almacenan las muestras de datos.

# Sample output
{ 
 "DeviceFleetName": "sample-device-fleet", 
 "DeviceFleetArn": "arn:aws:sagemaker:us-west-2:9999999999:device-fleet/sample-
fleet-name", 
 "OutputConfig": { 
              "S3OutputLocation": "s3://fleet-bucket/package_output", 
  }, 
 "AgentVersions":[{"Version": "1.1", "AgentCount": 2}]} 
 "DeviceStats": {"Connected": 2, "Registered": 2},  
 "Models":[{ 
            "ModelName": "sample-model",  
            "ModelVersion": "1.1", 
            "OfflineDeviceCount": 0, 
            "ConnectedDeviceCount": 2, 
            "ActiveDeviceCount": 2,  
            "SamplingDeviceCount": 100 
            }]
}
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Configure dispositivos y flotas

Las flotas son conjuntos de dispositivos agrupados de forma lógica que se pueden utilizar para 
recopilar y analizar datos. Puede usar SageMaker Edge Manager para operar modelos de 
aprendizaje automático en una flota de cámaras inteligentes, altavoces inteligentes, robots y otros 
dispositivos periféricos.

Cree una flota y registre sus dispositivos mediante programación con la consola AWS SDK for 
Python (Boto3) o a través de SageMaker ella.

Temas

• Creación de una flota

• Registrar un dispositivo

• Comprobaciones de estado

Creación de una flota

Puede crear una flota mediante programación con la consola https://console.aws.amazon.com/
sagemaker AWS SDK for Python (Boto3) o a través de ella. SageMaker

Creación de una flota (Boto3)

Use la API CreateDeviceFleet para crear una flota. Especifique un nombre para la flota, el 
ARN de su rol AWS IoT para el campo RoleArn y un URI de Amazon S3 en el que desee que el 
dispositivo almacene los datos de muestra.

Si lo desea, puede incluir una descripción de la flota, etiquetas y un identificador clave AWS KMS.

import boto3

# Create SageMaker client so you can interact and manage SageMaker resources
sagemaker_client = boto3.client("sagemaker", region_name="aws-region")

sagemaker_client.create_device_fleet( 
    DeviceFleetName="sample-fleet-name", 
    RoleArn="arn:aws:iam::999999999:role/rolename", # IoT Role ARN 
    Description="fleet description", 
    OutputConfig={ 
        S3OutputLocation="s3://bucket/", 
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        KMSKeyId: "1234abcd-12ab-34cd-56ef-1234567890ab", 
    }, 
        Tags=[ 
        { 
            "Key": "string",  
            "Value" : "string"
         } 
     ],
)

Al crear una flota de dispositivos, se crea un alias de rol AWS IoT. El alias de rol AWS IoT 
proporciona un mecanismo para que los dispositivos conectados se autentiquen en AWS IoT 
mediante certificados X.509 y obtengan credenciales AWS de corta duración de un rol de IAM 
asociado a un alias de rol AWS IoT.

Utilice DescribeDeviceFleet para obtener el nombre del alias y el ARN del rol.

# Print Amazon Resource Name (ARN) and alias that has access  
# to AWS Internet of Things (IoT).
sagemaker_client.describe_device_fleet(DeviceFleetName=device_fleet_name)
['IotRoleAlias']

Utilice la API DescribeDeviceFleet para obtener una descripción de las flotas creadas.

sagemaker_client.describe_device_fleet( 
    DeviceFleetName="sample-fleet-name"
)

De forma predeterminada, muestra el nombre de la flota, el ARN de la flota de dispositivos, el URI 
del bucket de Amazon S3, el rol de IAM, el alias del rol creado en AWS IoT, una marca de tiempo del 
momento de creación de la flota y una marca de tiempo del momento de última modificación de la 
flota.

{ "DeviceFleetName": "sample-fleet-name", 
  "DeviceFleetArn": "arn:aws:sagemaker:us-west-2:9999999999:device-fleet/sample-fleet-
name", 
  "IAMRole": "arn:aws:iam::999999999:role/rolename", 
  "Description": "this is a sample fleet", 
  "IoTRoleAlias": "arn:aws:iot:us-west-2:9999999999:rolealias/SagemakerEdge-sample-
fleet-name" 
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  "OutputConfig": { 
              "S3OutputLocation": "s3://bucket/folder", 
              "KMSKeyId": "1234abcd-12ab-34cd-56ef-1234567890ab" 
   }, 
   "CreationTime": "1600977370", 
   "LastModifiedTime": "1600977370"}

Creación de una flota (consola)

Puede crear un trabajo de empaquetado de Edge Manager mediante la SageMaker consola de 
Amazon en https://console.aws.amazon.com/sagemaker.

1. En la SageMaker consola, elija Edge Manager y, a continuación, elija flotas de dispositivos 
Edge.

2. Seleccione Crear flota de dispositivos.

3. Introduzca un nombre para la flota de dispositivos en el campo Nombre de flota de dispositivos. 
Elija Siguiente.
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4. En la página Configuración de salida, especifique el URI del bucket de Amazon S3 en el que 
desea almacenar los datos de muestra de su flota de dispositivos. Si lo desea, también puede 
añadir una clave de cifrado seleccionando una clave AWS KMS existente de la lista desplegable 
o introduciendo el ARN de una clave. Elija Enviar.
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5. Elija el nombre de su flota de dispositivos para que se le redirija a los detalles de la misma. 
Esta página muestra el nombre de la flota de dispositivos, el ARN, la descripción (si la ha 
proporcionado), la fecha de creación de la flota, la última vez que se modificó la flota, el URI 
del bucket de Amazon S3, el ID de clave AWS KMS (si se proporcionó), el alias AWS IoT (si se 
proporcionó) y el rol de IAM. Si ha añadido etiquetas, aparecerán en la sección Etiquetas de la 
flota de dispositivos.

Registrar un dispositivo

Important

Es necesario registrar el dispositivo para utilizar cualquier parte de SageMaker Edge 
Manager.

Puede crear una flota mediante programación con la SageMaker consola AWS SDK for Python 
(Boto3) o a través de ella en https://console.aws.amazon.com/sagemaker.

Registrar un dispositivo (Boto3)

Para registrar su dispositivo, primero cree y registre un AWS IoT objeto y configure un rol de IAM. 
SageMaker Edge Manager aprovecha los AWS IoT Core servicios para facilitar la conexión entre los 
dispositivos periféricos y la nube. Puede aprovechar las funciones AWS IoT existentes después de 
configurar sus dispositivos para que funcionen con Edge Manager.
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Para conectar su dispositivo a AWS IoT, debe crear objetos de cosa AWS IoT, crear y registrar un 
certificado de cliente con AWS IoT y crear y configurar el rol de IAM para sus dispositivos.

Consulte la Guía de introducción para ver un ejemplo detallado o el tutorial práctico Explorar 
servicios de IoT Core AWS.

Use la API RegisterDevices para registrar su dispositivo. Proporcione el nombre de la flota de la 
que quiere que formen parte los dispositivos, así como un nombre para el dispositivo. Si lo desea, 
puede añadir una descripción al dispositivo, etiquetas y el nombre de la cosa AWS IoT asociada al 
dispositivo.

sagemaker_client.register_devices( 
    DeviceFleetName="sample-fleet-name", 
    Devices=[ 
        {           
            "DeviceName": "sample-device-1", 
            "IotThingName": "sample-thing-name-1", 
            "Description": "Device #1"
        } 
     ], 
     Tags=[ 
        { 
            "Key": "string",  
            "Value" : "string"
         } 
     ],
)

Registrar un dispositivo (consola)

Puede registrar su dispositivo mediante la SageMaker consola en https://console.aws.amazon.com/
sagemaker.

1. En la SageMaker consola, elija Edge Inference y, a continuación, elija dispositivos Edge.

2. Elija Registrar dispositivos.
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3. En la sección Propiedades del dispositivo, introduzca el nombre de la flota a la que pertenece el 
dispositivo en el campo Nombre de flota de dispositivos. Elija Siguiente.

4. En la sección Fuente del dispositivo, agregue sus dispositivos uno por uno. Debe incluir un
Nombre de dispositivo para cada dispositivo de su flota. Si lo desea, puede proporcionar una 
descripción (en el campo Descripción) y un nombre de objeto de Internet de las cosas (IoT) (en 
el campo Nombre de IoT). Seleccione Enviar una vez que haya agregado todos sus dispositivos.

La página Dispositivos muestra el nombre del dispositivo que ha añadido, la flota a la que 
pertenece, cuándo se registró, el último latido y la descripción y el nombre AWS IoT, si los has 
proporcionado.

Elija un dispositivo para ver los detalles del mismo, incluidos el nombre del dispositivo, flota, 
ARN, descripción, nombre de cosa IoT, momento de registro del dispositivo y último latido.
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Comprobaciones de estado

Compruebe que el dispositivo o flota estén conectados y que estén tomando muestras de datos. 
Realizar comprobaciones periódicas, de forma manual o automática, le permite comprobar que su 
dispositivo o flota funcionan correctamente.

Utilice la consola Amazon S3 en https://console.aws.amazon.com/s3/ para seleccionar de forma 
interactiva una flota para comprobar su estado. También puede utilizar la AWS SDK for Python 
(Boto3). A continuación se describen diferentes API de Boto3 que puede utilizar para comprobar el 
estado de su dispositivo o flota. Utilice la API que mejor se adapte a su caso de uso.

• Compruebe un dispositivo individual.

Para comprobar el estado de un dispositivo individual, use la API DescribeDevice. Si se ha 
implementado uno o más modelos en el dispositivo, se proporciona una lista con uno o más 
modelos.

sagemaker_client.describe_device( 
    DeviceName="sample-device-1", 
    DeviceFleetName="sample-fleet-name"
)

Al ejecutar DescribeDevice aparece:

{ "DeviceName": "sample-device". 
  "Description": "this is a sample device", 
  "DeviceFleetName": "sample-device-fleet", 
  "IoTThingName": "SampleThing", 
  "RegistrationTime": 1600977370, 
  "LatestHeartbeat": 1600977370, 
  "Models":[ 
        { 
         "ModelName": "sample-model",  
         "ModelVersion": "1.1", 
         "LatestSampleTime": 1600977370, 
         "LatestInference": 1600977370  
        } 
   ]
}

• Comprobar una flota de dispositivos.
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Use la API GetDeviceFleetReport para comprobar el estado de la flota. Proporcione el nombre 
de la flota de dispositivos para obtener un resumen de ésta.

sagemaker_client.get_device_fleet_report( 
    DeviceFleetName="sample-fleet-name"
)

• Comprobar latidos.

Cada dispositivo de una flota genera periódicamente una señal o “latido”. El latido se puede utilizar 
para comprobar que el dispositivo se está comunicando con Edge Manager. Si la marca de tiempo 
del último latido no se actualiza, es posible que el dispositivo esté fallando.

Compruebe el último latido realizado por un dispositivo con la API DescribeDevice. Proporcione 
el nombre del dispositivo y la flota a la que pertenece el dispositivo periférico.

sagemaker_client.describe_device( 
    DeviceName="sample-device-1", 
    DeviceFleetName="sample-fleet-name"
)

Modelo de paquetes

SageMaker Los trabajos de empaquetado de Edge Manager toman modelos SageMaker compilados 
por Amazon NEO y realizan los cambios necesarios para implementar el modelo con el motor de 
inferencia, el agente Edge Manager.

Temas

• Requisitos previos

• Package a model (Amazon SageMaker Console)

• Empaquetar un modelo (Boto3)

Requisitos previos

Para empaquetar un modelo, debe hacer lo siguiente:

1. Compila tu modelo de aprendizaje automático con Neo. SageMaker
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Si aún no lo ha hecho, compile su modelo con SageMaker Neo. Para obtener más información 
sobre cómo compilar un modelo, consulte Compilar e implementar modelos con Neo. Si es la 
primera vez que utilizas SageMaker Neo, consulta la sección Cómo empezar con los dispositivos 
Neo Edge.

2. Obtenga el nombre de su trabajo de compilación.

Indique el nombre del trabajo de compilación que utilizó al compilar el modelo con SageMaker 
Neo. Abre la SageMaker consola en https://console.aws.amazon.com/sagemaker/ y selecciona
Trabajos de compilación para encontrar una lista de las compilaciones que se han enviado a tu 
AWS cuenta. Los nombres de los trabajos de compilación enviados se encuentran en la columna
Nombre.

3. Obtenga su ARN de IAM.

Necesitas un nombre de recurso de Amazon (ARN) para un rol de IAM que puedas usar para 
descargar y cargar el modelo y ponerte en contacto con Neo. SageMaker

Utilice uno de los siguientes métodos para obtener el ARN de IAM:

• Programáticamente con el SDK de Python SageMaker

import sagemaker

# Initialize SageMaker Session object so you can interact with AWS resources
sess = sagemaker.Session()

# Get the role ARN  
role = sagemaker.get_execution_role()

print(role)
>> arn:aws:iam::<your-aws-account-id>:role/<your-role-name>

Para obtener más información sobre el uso del SDK de SageMaker Python, consulta la API 
del SDK de SageMaker Python.

• Uso de la consola AWS Identity and Access Management (IAM)

Desplácese a la consola de IAM en https://console.aws.amazon.com/iam/. En la sección
Recursos de IAM, elija Roles para ver una lista de los roles de su cuenta AWS. Seleccione 
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o cree un rol que tenga AmazonSageMakerFullAccess, AWSIoTFullAccess y
AmazonS3FullAccess.

Para obtener más información, consulte ¿Qué es IAM?

4. Disponer de un URI de bucket de S3.

Debe tener al menos un URI de bucket de Amazon Simple Storage Service (Amazon S3) para 
almacenar el modelo compilado en NEO, el resultado del trabajo de empaquetado de Edge 
Manager y los datos de muestra de su flota de dispositivos.

Utilice uno de los siguientes métodos para crear un bucket de Amazon S3:

• Programáticamente con el SDK de Python SageMaker

Puede usar el bucket de Amazon S3 predeterminado durante una sesión. Se crea un 
bucket predeterminado en función del siguiente formato: sagemaker-{region}-{aws-
account-id}. Para crear un bucket predeterminado con el SDK de SageMaker Python, usa 
lo siguiente:

import sagemaker

session=sagemaker.create_session()

bucket=session.default_bucket()

• Uso de la consola de Amazon S3

Abra la consola Amazon S3 en https://console.aws.amazon.com/s3/ y consulte ¿Cómo puedo 
crear un bucket de S3? para step-by-step obtener instrucciones.

Package a model (Amazon SageMaker Console)

Puede crear un trabajo de empaquetado de SageMaker Edge Manager mediante la SageMaker 
consola en https://console.aws.amazon.com/sagemaker/. Antes de continuar, asegúrese de haber 
cumplido los Requisitos previos.

1. En la SageMaker consola, elija Edge Inference y, a continuación, elija los trabajos de embalaje 
de Edge, como se muestra en la siguiente imagen.
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2. En la página de Propiedades del trabajo, introduzca un nombre para su trabajo de empaquetado 
en Nombre del trabajo de empaquetado de Edge. Tenga en cuenta que los nombres de los 
trabajos de empaquetado de Edge Manager distinguen entre mayúsculas y minúsculas. Asigne 
un nombre a su modelo y asígnele una versión: introdúzcala en Nombre del modelo y Versión 
del modelo, respectivamente.

3. A continuación, seleccione un Rol de IAM. Puede elegir un rol o dejar que AWS cree uno para 
usted. Si lo desea, puede especificar un ARN de clave de recurso y etiquetas de trabajo.

4. Elija Siguiente.
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5. Especifique el nombre del trabajo de compilación que utilizó al compilar el modelo con 
SageMaker Neo en el campo Nombre del trabajo de compilación. Elija Siguiente.
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6. En la página de Configuración de salida, introduzca el URI del bucket de Amazon S3 en el que 
desea almacenar el resultado del trabajo de empaquetado.

La columna Estado de la página de trabajos de empaquetado periféricos debe indicar EN 
CURSO. Una vez que se complete el trabajo de empaquetado, el estado se actualizará a
COMPLETADO.

Al seleccionar un trabajo de empaquetado, accederá a la configuración de ese trabajo. La 
sección Configuración del trabajo muestra el nombre del trabajo, ARN, estado, hora de creación, 
hora de última modificación, duración del trabajo de empaquetado y ARN del rol.

La sección de Configuración de entrada muestra la ubicación de los artefactos del modelo, la 
configuración de entrada de datos y el marco de machine learning del modelo.
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La sección de Configuración de salida muestra la ubicación de salida del trabajo de 
empaquetado, el dispositivo de destino para el que se compiló el modelo y cualquier etiqueta 
que haya creado.

7. Elija el nombre de su flota de dispositivos para que se le redirija a los detalles de la misma. 
Esta página muestra el nombre de la flota de dispositivos, el ARN, la descripción (si la ha 
proporcionado), la fecha de creación de la flota, la última vez que se modificó la flota, el URI 
del bucket de Amazon S3, el ID de clave AWS KMS (si se proporcionó), el alias AWS IoT (si se 
proporcionó) y el rol de IAM. Si ha añadido etiquetas, aparecerán en la sección Etiquetas de la 
flota de dispositivos.

Empaquetar un modelo (Boto3)

Puede crear un trabajo de empaquetado de SageMaker Edge Manager con. AWS SDK for Python 
(Boto3) Antes de continuar, asegúrese de haber cumplido los Requisitos previos.

Para solicitar un trabajo de empaquetado periférico, utilice CreateEdgePackagingJob. Debe 
proporcionar un nombre a su trabajo de embalaje perimetral, el nombre de su trabajo de compilación 
de SageMaker Neo, su función, el nombre del recurso de Amazon (ARN), un nombre para su 
modelo, una versión para su modelo y el URI del bucket de Amazon S3 en el que desea almacenar 
el resultado de su trabajo de embalaje. Tenga en cuenta que los nombres de los trabajos de 
empaquetado de Edge Manager y los nombres de los trabajos de compilación de SageMaker Neo 
distinguen mayúsculas de minúsculas.

# Import AWS SDK for Python (Boto3)
import boto3

# Create Edge client so you can submit a packaging job
sagemaker_client = boto3.client("sagemaker", region_name='aws-region')

sagemaker_client.create_edge_packaging_job( 
    EdgePackagingJobName="edge-packaging-name", 
    CompilationJobName="neo-compilation-name", 
    RoleArn="arn:aws:iam::99999999999:role/rolename", 
    ModelName="sample-model-name", 
    ModelVersion="model-version", 
    OutputConfig={ 
        "S3OutputLocation": "s3://your-bucket/", 
    }
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)

Puede comprobar el estado de un trabajo de empaquetado periférico utilizando
DescribeEdgePackagingJob y proporcionando el nombre del trabajo de empaquetado periférico, 
con distinción entre mayúsculas y minúsculas:

response = sagemaker_client.describe_edge_packaging_job( 
                                    EdgePackagingJobName="edge-packaging-name")

Esto muestra un diccionario que se puede utilizar para sondear el estado del trabajo de 
empaquetado:

# Optional - Poll every 30 sec to check completion status
import time

while True: 
    response = sagemaker_client.describe_edge_packaging_job( 
                                         EdgePackagingJobName="edge-packaging-name") 
     
    if response['EdgePackagingJobStatus'] == 'Completed': 
        break 
    elif response['EdgePackagingJobStatus'] == 'Failed': 
        raise RuntimeError('Packaging job failed') 
    print('Packaging model...') 
    time.sleep(30)
print('Done!')

Para obtener una lista de trabajos de empaquetado, utilice ListEdgePackagingJobs. Puede 
utilizar esta API para buscar un trabajo de empaquetado específico. Proporcione un nombre parcial 
para filtrar los nombres de los trabajos de empaquetado para NameContains y un nombre parcial 
para ModelNameContains para filtrar los trabajos en los que el nombre del modelo contiene el 
nombre que usted haya facilitado. Especifique también con qué columna se va a ordenar SortBy y 
en qué dirección se va a ordenar SortOrder (Ascendingo bien Descending).

sagemaker_client.list_edge_packaging_jobs( 
    "NameContains": "sample", 
    "ModelNameContains": "sample", 
    "SortBy": "column-name", 
    "SortOrder": "Descending"
)     
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Para detener un trabajo de empaquetado, utilice StopEdgePackagingJob y proporcione el nombre 
del trabajo de empaquetado periférico.

sagemaker_client.stop_edge_packaging_job( 
        EdgePackagingJobName="edge-packaging-name"
)

Para obtener una lista completa de las API de Edge Manager, consulte la documentación de Boto3.

El agente de Edge Manager

El agente de Edge Manager es un motor de inferencia para sus dispositivos periféricos. Utilice el 
agente para realizar predicciones con los modelos cargados en sus dispositivos periféricos. El agente 
también recopila las métricas del modelo y captura los datos a intervalos específicos. Los datos de 
muestra se almacenan en el bucket de Amazon S3.

Existen dos métodos para instalar e implementar el agente de Edge Manager en sus dispositivos 
periféricos:

1. Descargar el agente como un archivo binario desde el bucket de versiones de Amazon S3. 
Para obtener más información, consulte Descargar y configurar el agente de Edge Manager 
manualmente.

2. Utilice la AWS IoT Greengrass consola V2 o AWS CLI para implementar
aws.greengrass.SageMakerEdgeManager. Consulte Cree los componentes de AWS IoT 
Greengrass V2.

Descargar y configurar el agente de Edge Manager manualmente

Descargue el agente de Edge Manager en función del sistema operativo, la arquitectura y la 
región AWS. El agente se actualiza periódicamente, por lo que tiene la opción de elegir su agente 
en función de las fechas de lanzamiento y las versiones. Una vez que tenga el agente, cree un 
archivo de configuración JSON. Especifique el nombre del dispositivo IoT, el nombre de la flota, las 
credenciales del dispositivo y otros pares clave-valor. Consulte Ejecutar el agente de Edge Manager
para obtener la lista completa de claves que debe especificar en el archivo de configuración. Puede 
ejecutar el agente como un archivo binario ejecutable o vincularlo a él como objeto compartido 
dinámico (DSO).
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Cómo funciona el agente

El agente se ejecuta en la CPU de sus dispositivos. El agente realiza inferencias sobre la estructura 
y el hardware del dispositivo de destino especificado durante el trabajo de compilación. Por ejemplo, 
si compiló el modelo para Jetson Nano, el agente es compatible con la GPU en el Deep Learning 
Runtime (DLR) proporcionado.

El agente se publica en formato binario para los sistemas operativos compatibles. Compruebe que 
su sistema operativo sea compatible y cumpla los requisitos mínimos de sistema operativo de la 
siguiente tabla:

Linux

Versión: Ubuntu 18.04

Formatos binarios compatibles: x86-64 bits (binario ELF) y ARMv8 de 64 bits (binario ELF)

Windows

Versión: Windows 10 versión 1909

Formatos binarios compatibles: x86-32 bits (DLL) y x86-64 bits (DLL)

Instalación del agente de Edge Manager

Para usar el agente de Edge Manager, primero debe obtener los artefactos de versión y un 
certificado raíz. Los artefactos de versión se almacenan en un bucket de Amazon S3 en la 
región us-west-2. Para descargar los artefactos, especifique su sistema operativo (<OS>) y la
<VERSION>.

En función del sistema operativo, sustituya <OS> por uno de los siguientes elementos:

Windows de 32 bits Windows de 64 bits Linux x86-64 Linux ARMv8

Windows x86 windows-x64 Linux x64 linux-armv8

La VERSION se divide en tres componentes: <MAJOR_VERSION>.<YYYY-MM-DD>-<SHA-7>, 
donde:

• <MAJOR_VERSION>: Versión de lanzamiento. La versión de lanzamiento está configurada 
actualmente en 1.
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• <YYYY-MM-DD>: La marca de tiempo de versión de los artefactos.

• <SHA-7>: El ID de confirmación del repositorio a partir del cual se creó la versión.

Debe proporcionar la <MAJOR_VERSION> y la marca de tiempo en formato YYYY-MM-DD. Le 
sugerimos que utilice la última marca de tiempo de versión del artefacto.

Ejecute lo siguiente en su línea de comandos para obtener la última marca de tiempo. Sustituya
<OS> por su sistema operativo:

aws s3 ls s3://sagemaker-edge-release-store-us-west-2-<OS>/Releases/ | sort -r

Por ejemplo, si tiene un sistema operativo Windows de 32 bits, ejecute:

aws s3 ls s3://sagemaker-edge-release-store-us-west-2-windows-x86/Releases/ | sort -r

Esto muestra:

2020-12-01 23:33:36 0  

                    PRE 1.20201218.81f481f/ 
                    PRE 1.20201207.02d0e97/

El resultado que aparece en este ejemplo muestra dos artefactos de versión. El primer archivo de 
artefacto de versión indica que la versión publicada tiene una versión principal de 1, una marca 
de tiempo 20201218 (en formato AAAA-MM-DD) y un identificador de confirmación del SHA-7
81f481f.

Note

El comando anterior supone que ha configurado AWS Command Line Interface. Para obtener 
más información sobre cómo configurar los ajustes que utiliza AWS CLI para interactuar con 
AWS, consulte Configuración de AWS CLI.

Según el sistema operativo, utilice los siguientes comandos para instalar los artefactos:
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Windows 32-bit

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x86/
Releases/<VERSION>/<VERSION>.zip .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x86/
Releases/<VERSION>/sha256_hex.shasum .

Windows 64-bit

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x64/
Releases/<VERSION>/<VERSION>.zip .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x64/
Releases/<VERSION>/sha256_hex.shasum .

Linux x86-64

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/
Releases/<VERSION>/<VERSION>.tgz .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/Releases/<VERSION>/
sha256_hex.shasum .

Linux ARMv8

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-armv8/
Releases/<VERSION>/<VERSION>.tgz .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-armv8/
Releases/<VERSION>/sha256_hex.shasum .

También debe descargar un certificado raíz. Este certificado valida los artefactos del modelo 
firmados por AWS antes de cargarlos en los dispositivos periféricos.

Sustituya el <OS> correspondiente a su plataforma de la lista de sistemas operativos compatibles y 
sustituya <REGION> por su región AWS.

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-<OS>/
Certificates/<REGION>/<REGION>.pem .
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Ejecutar el agente de Edge Manager

Puede ejecutar el agente de SageMaker Edge Manager como un proceso independiente en forma 
de un archivo binario ejecutable y enlazable (ELF) o puede vincularlo a él como un objeto compartido 
dinámico (.dll). Linux admite su ejecución como binario ejecutable independiente, siendo éste el 
modo preferido. Windows admite su ejecución como un objeto compartido (.dll).

En Linux, se recomienda ejecutar el binario a través de un servicio que forme parte de su sistema de 
inicialización (init). Si desea ejecutar el binario directamente, puede hacerlo en un terminal como 
se muestra en el siguiente ejemplo. Si tiene un sistema operativo moderno, no es necesario realizar 
ninguna otra instalación antes de ejecutar el agente, ya que todos los requisitos están integrados de 
forma estática en el ejecutable. Esto le da flexibilidad para ejecutar el agente en la terminal, como 
servicio o dentro de un contenedor.

Para ejecutar el agente, cree un archivo de configuración JSON. Especifique los siguientes pares 
clave-valor:

• sagemaker_edge_core_device_name: el nombre del dispositivo. El nombre de este dispositivo 
debe registrarse junto con la flota de dispositivos en la consola de SageMaker Edge Manager.

• sagemaker_edge_core_device_fleet_name: el nombre de la flota a la que pertenece el 
dispositivo.

• sagemaker_edge_core_region: la región AWS asociada al dispositivo, la flota y los buckets 
de Amazon S3. Esto corresponde a la región en la que está registrado el dispositivo y en la que 
se creó el bucket de Amazon S3 (está previsto que sean iguales). Los propios modelos se pueden 
compilar con SageMaker Neo en una región diferente; esta configuración no está relacionada con 
la región de compilación de modelos.

• sagemaker_edge_core_root_certs_path: la ruta absoluta de la carpeta a certificados raíz. 
Se utiliza para validar el dispositivo con la cuenta AWS correspondiente.

• sagemaker_edge_provider_aws_ca_cert_file: La ruta absoluta al certificado Amazon 
Root CA (AmazonRootCA1.pem). Se utiliza para validar el dispositivo con la cuenta AWS 
correspondiente. AmazonCA es un certificado en propiedad de AWS.

• sagemaker_edge_provider_aws_cert_file: la ruta absoluta la certificados raíz de firma 
AWS IoT (*.pem.crt).

• sagemaker_edge_provider_aws_cert_pk_file: la ruta absoluta a la clave privada AWS IoT. 
(*.pem.key).

• sagemaker_edge_provider_aws_iot_cred_endpoint: el punto de conexión de las 
credenciales AWS IoT (identifier.iot.region.amazonaws.com). Este punto de conexión se 
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utiliza para la validación de credenciales. Consulte Conexión de dispositivos a AWS IoT para 
obtener más información.

• sagemaker_edge_provider_provider: esto indica la implementación de la interfaz de 
proveedor que se está utilizando. La interfaz de proveedor se comunica con los servicios de red 
finales para cargas, latidos y validación de registros. De forma predeterminada, se establece 
en "Aws". Permitimos implementaciones personalizadas de la interfaz de proveedor. Se puede 
configurar en None para ningún proveedor o Custom para una implementación personalizada con 
la ruta de objetos compartidos correspondiente proporcionada.

• sagemaker_edge_provider_provider_path: proporciona la ruta absoluta al objeto 
compartido de implementación del proveedor (archivo .so o .dll). El archivo .dll o .so de proveedor
"Aws" se suministra con la versión del agente. Este campo es obligatorio.

• sagemaker_edge_provider_s3_bucket_name: el nombre del bucket de Amazon S3 (no el 
URI del bucket de Amazon S3). El bucket debe tener una cadena sagemaker en su nombre.

• sagemaker_edge_log_verbose (Booleano): opcional. Esto configura el registro de depuración. 
Seleccione True o False.

• sagemaker_edge_telemetry_libsystemd_path: solo para Linux, systemd implementa 
la métrica del contador de bloqueos del agente. Configure la ruta absoluta de libsystemd para 
activar la métrica del contador de bloqueos. Puede encontrar la ruta predeterminada de libsystemd 
ejecutando whereis libsystemd en el terminal del dispositivo.

• sagemaker_edge_core_capture_data_destination: el destino para cargar los 
datos de captura. Elija "Cloud" o "Disk". El valor predeterminado se establece en
"Disk". Si lo configura en "Disk" escribe los tensores de entrada y salida y los datos 
auxiliares en el sistema de archivos local, en la ubicación que prefiera. Al escribir en
"Cloud" para usar el nombre del bucket de Amazon S3 proporcionado en la configuración
sagemaker_edge_provider_s3_bucket_name.

• sagemaker_edge_core_capture_data_disk_path: establezca la ruta absoluta en el sistema 
de archivos local, en el que se escriben los archivos de datos de captura cuando "Disk" es el 
destino. Este campo no se utiliza cuando "Cloud" se especifica como destino.

• sagemaker_edge_core_folder_prefix: el prefijo principal en Amazon S3 donde se 
almacenan los datos capturados cuando se especifica "Cloud" como destino de los datos de 
captura (sagemaker_edge_core_capture_data_disk_path). Los datos capturados se 
almacenan en una subcarpeta de sagemaker_edge_core_capture_data_disk_path si
"Disk" se establece como destino de datos.
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• sagemaker_edge_core_capture_data_buffer_size (Valor entero): tamaño del búfer 
circular de datos de captura. Indica el número máximo de solicitudes almacenadas en el búfer.

• sagemaker_edge_core_capture_data_batch_size (Valor entero): tamaño del lote de datos 
de captura. Indica el tamaño de un lote de solicitudes que se gestionan desde el búfer. Este valor 
debe ser inferior a sagemaker_edge_core_capture_data_buffer_size. Se recomienda un 
máximo de la mitad del tamaño del búfer para el tamaño del lote.

• sagemaker_edge_core_capture_data_push_period_seconds (Valor entero): el período de 
inserción de datos de captura en segundos. Un lote de solicitudes en el búfer se gestiona cuando 
hay solicitudes del tamaño de un lote en el búfer o cuando se ha completado este período de 
tiempo (lo que ocurra primero). Esta configuración establece ese período de tiempo.

• sagemaker_edge_core_capture_data_base64_embed_limit: el límite para cargar los 
datos de captura en bytes. Valor entero.

El archivo de configuración debe ser similar al siguiente ejemplo (con sus valores específicos 
especificados). En este ejemplo se utiliza el proveedor AWS predeterminado ("Aws") y no se 
especifica una carga periódica.

{ 
    "sagemaker_edge_core_device_name": "device-name", 
    "sagemaker_edge_core_device_fleet_name": "fleet-name", 
    "sagemaker_edge_core_region": "region", 
    "sagemaker_edge_core_root_certs_path": "<Absolute path to root certificates>", 
    "sagemaker_edge_provider_provider": "Aws", 
    "sagemaker_edge_provider_provider_path" : "/path/to/libprovider_aws.so", 
    "sagemaker_edge_provider_aws_ca_cert_file": "<Absolute path to Amazon Root CA 
 certificate>/AmazonRootCA1.pem", 
    "sagemaker_edge_provider_aws_cert_file": "<Absolute path to AWS IoT signing root 
 certificate>/device.pem.crt", 
    "sagemaker_edge_provider_aws_cert_pk_file": "<Absolute path to AWS IoT private 
 key.>/private.pem.key", 
    "sagemaker_edge_provider_aws_iot_cred_endpoint": "https://<AWS IoT Endpoint 
 Address>", 
    "sagemaker_edge_core_capture_data_destination": "Cloud", 
    "sagemaker_edge_provider_s3_bucket_name": "sagemaker-bucket-name", 
    "sagemaker_edge_core_folder_prefix": "Amazon S3 folder prefix", 
    "sagemaker_edge_core_capture_data_buffer_size": 30, 
    "sagemaker_edge_core_capture_data_batch_size": 10, 
    "sagemaker_edge_core_capture_data_push_period_seconds": 4000, 
    "sagemaker_edge_core_capture_data_base64_embed_limit": 2, 
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    "sagemaker_edge_log_verbose": false
}

El artefacto de versión incluye un ejecutable binario llamado sagemaker_edge_agent_binary en 
el directorio /bin. Para ejecutar el binario, utilice la marca -a para crear un descriptor de archivo de 
socket (.sock) en el directorio que elija y especifique la ruta del archivo de configuración JSON del 
agente que creó con la marca -c.

./sagemaker_edge_agent_binary -a <ADDRESS_TO_SOCKET> -c <PATH_TO_CONFIG_FILE>

En el siguiente ejemplo, se muestra el fragmento de código con una ruta de archivo y un directorio 
especificados:

./sagemaker_edge_agent_binary -a /tmp/sagemaker_edge_agent_example.sock -c 
 sagemaker_edge_config.json

En este ejemplo, se crea un descriptor de archivo de socket denominado
sagemaker_edge_agent_example.sock en el directorio /tmp y apunta a un archivo de 
configuración que se encuentra en el mismo directorio de trabajo del agente denominado
sagemaker_edge_config.json.

Implemente el paquete de modelos y el agente de Edge Manager con AWS IoT 
Greengrass

SageMaker Edge Manager integra la AWS IoT Greengrass versión 2 para simplificar el acceso, el 
mantenimiento y la implementación del agente y el modelo de Edge Manager en sus dispositivos. Sin 
AWS IoT Greengrass la versión 2, la configuración de sus dispositivos y flotas para usar SageMaker 
Edge Manager requiere que copie manualmente el agente de Edge Manager de un paquete de 
versiones de Amazon S3. Utilice el agente para realizar predicciones con los modelos cargados 
en sus dispositivos periféricos. Con la integración de AWS IoT Greengrass V2 y SageMaker Edge 
Manager, puede utilizar los componentes de la AWS IoT Greengrass V2. Los componentes son 
módulos de software prediseñados que pueden conectar sus dispositivos periféricos a servicios AWS 
o servicios de terceros a través de AWS IoT Greengrass.

Debe instalar el software Core AWS IoT Greengrass en sus dispositivos si desea usar AWS IoT 
Greengrass versión 2 para implementar el agente de Edge Manager y su modelo. Para obtener 
más información sobre requisitos de dispositivos y cómo configurarlos, consulte Configuración de 
dispositivos principalesAWS IoT Greengrass en la documentación de AWS IoT Greengrass.
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Para implementar el agente de Edge Manager, utilice los tres componentes siguientes:

• Un componente público prediseñado: SageMaker mantiene el componente público de Edge 
Manager.

• Un componente privado generado automáticamente: el componente privado se 
genera automáticamente al empaquetar el modelo de machine learning con la API
CreateEdgePackagingJob y especificar GreengrassV2Component para el campo API de 
Edge Manager PresetDeploymentType.

• Un componente personalizado: se trata de la aplicación de inferencias que se encarga de 
preprocesar y realizar inferencias en el dispositivo. Debe crear este componente. Consulte 
la documentación de SageMaker Edge Manager o Crear AWS IoT Greengrass componentes 
personalizados en la AWS IoT Greengrass documentación para obtener más información sobre 
cómo crear componentes personalizados. Crear un componente personalizado de Hello World

Requisitos previos

SageMaker Edge Manager utiliza AWS IoT Greengrass la versión 2 para simplificar la 
implementación del agente de Edge Manager, sus modelos de aprendizaje automático y su 
aplicación de inferencia en sus dispositivos mediante el uso de componentes. Para facilitar el 
mantenimiento de sus roles de IAM AWS, Edge Manager le permite reutilizar el alias de rol AWS 
IoT existente. Si aún no tiene uno, Edge Manager genera un alias de rol como parte del trabajo de 
empaquetado de Edge Manager. Ya no necesita asociar a su función un alias de rol generado a 
partir del trabajo de empaquetado de SageMaker Edge Manager. AWS IoT

Antes de comenzar, debe cumplir los siguientes requisitos previos:

1. Instale el software de núcleo de AWS IoT Greengrass. Para obtener información detallada, 
consulte Instalación del software AWS IoT Greengrass Core.

2. Configure AWS IoT Greengrass V2. Para obtener más información, consulte Instalar el software 
AWS IoT Greengrass Core con aprovisionamiento manual de recursos.

Note

• Asegúrese de que el nombre de la cosa AWS IoT esté todo en minúsculas y no 
contenga caracteres excepto (opcionalmente) guiones (‐).

• El rol de IAM debe empezar por SageMaker*
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3. Asocie el siguiente permiso y política en línea al rol de IAM creado durante la configuración de 
AWS IoT Greengrass V2.

• Desplácese a la consola de IAM https://console.aws.amazon.com/iam/.

• Busque el rol creado escribiendo el nombre del rol en el campo de Búsqueda.

• Elija su rol.

• A continuación, seleccione Asociar políticas.

• Busque la opción AmazonSageMakerEdgeDeviceFleetPolicy.

• Seleccione AmazonSageMakerFullAccess(este es un paso opcional que le facilita la 
reutilización de este rol de IAM en la compilación y el empaquetado de modelos).

• Añada los permisos necesarios a la política de permisos de un rol, no asocie políticas 
integradas a usuarios de IAM.

{ 
    "Version":"2012-10-17", 
    "Statement":[ 
      { 
        "Sid":"GreengrassComponentAccess", 
        "Effect":"Allow", 
        "Action":[ 
            "greengrass:CreateComponentVersion", 
            "greengrass:DescribeComponent" 
        ], 
        "Resource":"*" 
       } 
    ]
}

• Seleccione Asociar política.

• Seleccione Relaciones de confianza.

• Elija Editar relación de confianza.

• Sustituya el contenido por lo siguiente.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
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        "Service": "credentials.iot.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
    }, 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}

4. Cree una flota de dispositivos de Edge Manager. Para obtener información sobre cómo crear una 
flota , consulte Configure dispositivos y flotas.

5. Registre su dispositivo con el mismo nombre que el nombre de cosa AWS IoT que creó durante la 
configuración de AWS IoT Greengrass V2.

6. Cree al menos un componente privado AWS IoT Greengrass personalizado. Este componente es 
la aplicación que ejecuta la inferencia en el dispositivo. Para obtener más información, consulte
Crear un componente personalizado de Hello World

Note

• El SageMaker Edge Manager y la AWS IoT Greengrass integración solo funcionan para la 
AWS IoT Greengrass versión 2.

• El nombre de cosa AWS IoT debe ser el mismo que el nombre del dispositivo de Edge 
Manager.

• SageMaker Edge Manager no carga AWS IoT los certificados locales y llama directamente 
al punto final del proveedor de AWS IoT credenciales. En su lugar, SageMaker Edge 
Manager usa la AWS IoT Greengrass versión 2 TokenExchangeService y obtiene una 
credencial temporal de un punto final de TES.

Cree los componentes de AWS IoT Greengrass V2

AWS IoT Greengrass utiliza componentes, un módulo de software que se implementa y se ejecuta en 
un dispositivo principal AWS IoT Greengrass. Necesita (como mínimo) tres componentes:
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1. Un componente AWS IoT Greengrass público de agente de Edge Manager que implementa el 
binario del agente de Edge Manager.

2. Un componente de modelo que se genera automáticamente al empaquetar el modelo de 
aprendizaje automático con la AWS SDK for Python (Boto3) API o con la consola. SageMaker 
Para obtener más información, consulte Crear un componente generado automáticamente.

3. Un componente privado y personalizado para implementar la aplicación cliente del agente de 
Edge Manager y realizar cualquier procesamiento previo y posterior de los resultados de la 
inferencia. Para obtener más información sobre cómo crear un componente personalizado, 
consulte Crear un componente generado automáticamente o Crear componentes personalizados 
AWS IoT Greengrass.

Crear un componente generado automáticamente

Genere el componente del modelo con la CreateEdgePackagingJobAPI y especifique
GreengrassV2Component el campo PresetDeploymentType API del trabajo de empaquetado 
de SageMaker Edge Manager. Al llamar a la CreateEdgePackagingJob API, Edge Manager toma 
el modelo SageMaker compilado con NEO en Amazon S3 y crea un componente del modelo. El 
componente del modelo se almacena automáticamente en su cuenta. Puede ver cualquiera de sus 
componentes accediendo a la consola AWS IoT https://console.aws.amazon.com/iot/. Seleccione
Greengrass y, a continuación, seleccione Dispositivos principales. La página tiene una lista de 
los dispositivos AWS IoT Greengrass principales asociados a su cuenta. Si no se especifica el 
nombre de un componente del modelo en PresetDeploymentConfig, el nombre predeterminado 
generado será "SagemakerEdgeManager" y el nombre del trabajo de empaquetado del agente de 
Edge Manager. En el siguiente ejemplo, se muestra cómo especificar a Edge Manager la creación de 
un componente AWS IoT Greengrass V2 con la API CreateEdgePackagingJob.

import sagemaker
import boto3

# Create a SageMaker client object to make it easier to interact with other AWS 
 services.
sagemaker_client = boto3.client('sagemaker', region=<YOUR_REGION>)

# Replace with your IAM Role ARN
sagemaker_role_arn = "arn:aws:iam::<account>:role/*"

# Replace string with the name of your already created S3 bucket.
bucket = 'edge-manager-demo-bucket'
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# Specify a name for your edge packaging job.
edge_packaging_name = "edge_packag_job_demo"  

# Replace the following string with the name you used for the SageMaker Neo compilation 
 job.
compilation_job_name = "getting-started-demo"  

# The name of the model and the model version.
model_name = "sample-model"  
model_version = "1.1"

# Output directory in S3 where you want to store the packaged model.
packaging_output_dir = 'packaged_models'  
packaging_s3_output = 's3://{}/{}'.format(bucket, packaging_output_dir)

# The name you want your Greengrass component to have.
component_name = "SagemakerEdgeManager" + edge_packaging_name

sagemaker_client.create_edge_packaging_job( 
                    EdgePackagingJobName=edge_packaging_name, 
                    CompilationJobName=compilation_job_name, 
                    RoleArn=sagemaker_role_arn, 
                    ModelName=model_name, 
                    ModelVersion=model_version, 
                    OutputConfig={ 
                        "S3OutputLocation": packaging_s3_output, 
                        "PresetDeploymentType":"GreengrassV2Component", 
                        "PresetDeploymentConfig":"{\"ComponentName\":\"sample-
component-name\", \"ComponentVersion\":\"1.0.2\"}" 
                        } 
                    )

También puede crear el componente generado automáticamente con la consola. SageMaker Siga los 
pasos del 1 al 6 en Package a model (Amazon SageMaker Console)

Introduzca el URI del bucket de Amazon S3 en el que desea almacenar el resultado del trabajo de 
empaquetado y la clave de cifrado opcional.

Complete lo siguiente para crear el componente del modelo:

1. Seleccione Implementación preestablecida.

2. Especifique el nombre del componente en el campo Nombre del componente.
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3. Si lo desea, proporcione una descripción del componente, una versión del componente, el sistema 
operativo de la plataforma o la arquitectura de la plataforma para la Descripción del componente,
Versión del componente, Sistema operativo de la plataforma y Arquitectura de la plataforma, 
respectivamente.

4. Elija Enviar.

Crear un componente personalizado de Hello World

El componente de aplicación personalizado se utiliza para realizar inferencias en el dispositivo 
periférico. El componente se encarga de cargar los modelos en SageMaker Edge Manager, de 
invocar al agente de Edge Manager para realizar inferencias y de descargar el modelo cuando 
el componente está apagado. Antes de crear el componente, asegúrese de que el agente y la 
aplicación puedan comunicarse con Edge Manager. Para ello, configure gRPC. El agente de Edge 
Manager utiliza los métodos definidos en los búferes de Protobuf y el servidor gRPC para establecer 
la comunicación con la aplicación cliente en el dispositivo periférico y en la nube.

Para usar gRPC, debe:

1. Crear un código auxiliar de gRPC con el archivo .proto que se proporciona al descargar el agente 
de Edge Manager del bucket de versiones de Amazon S3.

2. Escribir el código del cliente en el idioma que prefiera.

No es necesario definir el servicio en un archivo .proto. Los archivos .proto del servicio se incluyen 
en el archivo TAR comprimido al descargar el binario de la versión del agente de Edge Manager del 
bucket de versiones de Amazon S3.

Instalar gRPC y otras herramientas necesarias en su máquina host y cree los stubs
agent_pb2_grpc.py y agent_pb2.py de gRP en Python. Asegúrese de tener agent.proto en 
su directorio local.

%%bash
pip install grpcio
pip install grpcio-tools
python3 -m grpc_tools.protoc --proto_path=. --python_out=. --grpc_python_out=. 
 agent.proto
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El código anterior genera las interfaces de cliente y servidor gRPC a partir de la definición de 
servicio .proto. Es decir, crea el modelo gRPC en Python. El directorio de la API contiene la 
especificación Protobuf para comunicarse con el agente.

A continuación, use la API gRPC para escribir un cliente y un servidor para su servicio (2). El 
siguiente script de ejemplo, edge_manager_python_example.py, usa Python para cargar, 
enumerar y descargar un modelo yolov3 en el dispositivo periférico.

import grpc
from PIL import Image
import agent_pb2
import agent_pb2_grpc
import os

model_path = '<PATH-TO-SagemakerEdgeManager-COMPONENT>' 
                    
agent_socket = 'unix:///tmp/aws.greengrass.SageMakerEdgeManager.sock'

agent_channel = grpc.insecure_channel(agent_socket, options=(('grpc.enable_http_proxy', 
 0),))

agent_client = agent_pb2_grpc.AgentStub(agent_channel)

def list_models(): 
    return agent_client.ListModels(agent_pb2.ListModelsRequest())

def list_model_tensors(models): 
    return { 
        model.name: { 
            'inputs': model.input_tensor_metadatas, 
            'outputs': model.output_tensor_metadatas 
        } 
        for model in list_models().models 
    }

def load_model(model_name, model_path): 
    load_request = agent_pb2.LoadModelRequest() 
    load_request.url = model_path 
    load_request.name = model_name 
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    return agent_client.LoadModel(load_request)

def unload_model(name): 
    unload_request = agent_pb2.UnLoadModelRequest() 
    unload_request.name = name 
    return agent_client.UnLoadModel(unload_request)

def predict_image(model_name, image_path): 
    image_tensor = agent_pb2.Tensor() 
    image_tensor.byte_data = Image.open(image_path).tobytes() 
    image_tensor_metadata = list_model_tensors(list_models())[model_name]['inputs'][0] 
    image_tensor.tensor_metadata.name = image_tensor_metadata.name 
    image_tensor.tensor_metadata.data_type = image_tensor_metadata.data_type 
    for shape in image_tensor_metadata.shape: 
        image_tensor.tensor_metadata.shape.append(shape) 
    predict_request = agent_pb2.PredictRequest() 
    predict_request.name = model_name 
    predict_request.tensors.append(image_tensor) 
    predict_response = agent_client.Predict(predict_request) 
    return predict_response

def main(): 
    try: 
        unload_model('your-model') 
    except: 
        pass 
   
    print('LoadModel...', end='') 
    try: 
        load_model('your-model', model_path) 
        print('done.') 
    except Exception as e: 
        print() 
        print(e) 
        print('Model already loaded!') 
         
    print('ListModels...', end='') 
    try: 
        print(list_models()) 
        print('done.') 
         
    except Exception as e: 
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        print() 
        print(e) 
        print('List model failed!') 
        
    print('Unload model...', end='') 
    try: 
        unload_model('your-model') 
        print('done.') 
    except Exception as e: 
        print() 
        print(e) 
        print('unload model failed!')

if __name__ == '__main__': 
    main()

Asegúrese de que model_path apunta al nombre del componente AWS IoT Greengrass que 
contiene el modelo si utiliza el mismo ejemplo de código de cliente.

Puede crear su componente de Hello World AWS IoT Greengrass V2 una vez que haya generado 
sus stubs de gRPC y tenga listo su código de Hello World. Para ello:

• Suba sus edge_manager_python_example.py, agent_pb2_grpc.py y agent_pb2.py a su 
bucket de Amazon S3 y anote su ruta de Amazon S3.

• Cree un componente privado en la consola AWS IoT Greengrass V2 y defina la receta para su 
componente. Especifique el URI de Amazon S3 para su aplicación Hello World y su stub de gRPC 
en la siguiente receta.

---
RecipeFormatVersion: 2020-01-25
ComponentName: com.sagemaker.edgePythonExample
ComponentVersion: 1.0.0
ComponentDescription: Sagemaker Edge Manager Python example
ComponentPublisher: Amazon Web Services, Inc.
ComponentDependencies: 
  aws.greengrass.SageMakerEdgeManager: 
    VersionRequirement: '>=1.0.0' 
    DependencyType: HARD
Manifests: 
  - Platform: 
      os: linux 
      architecture: "/amd64|x86/" 
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    Lifecycle: 
      install: |- 
        apt-get install python3-pip 
        pip3 install grpcio 
        pip3 install grpcio-tools 
        pip3 install protobuf 
        pip3 install Pillow 
      run: 
        script: |-  
          python3 {artifacts:path}/edge_manager_python_example.py 
    Artifacts: 
      - URI: <code-s3-path>
      - URI: <pb2-s3-path>
      - URI: <pb2-grpc-s3-path>

Para obtener información detallada sobre cómo crear una receta de Hello World, consulte Crear su 
primer componente en la documentación de AWS IoT Greengrass.

Implemente los componentes en su dispositivo

Implemente sus componentes con la consola AWS IoT o con AWS CLI.

Para implementar sus componentes (consola)

Implemente sus componentes AWS IoT Greengrass con la consola AWS IoT.

1. En el menú de navegación de la consola AWS IoT Greengrass, en https://
console.aws.amazon.com/iot/, elija Implementaciones.

2. En la página Componentes, en la pestaña Componentes públicos, elija
aws.greengrass.SageMakerEdgeManager.

3. En la página aws.greengrass.SageMakerEdgeManager, elija Implementar.

4. De Add to deployment, elija una de las siguientes opciones:

a. Para combinar este componente con una implementación existente en el dispositivo de destino, 
elija Agregar a la implementación existente y, a continuación, seleccione la implementación que 
desee revisar.

b. Para crear una nueva implementación en el dispositivo de destino, elija Crear nueva 
implementación. Si tiene una implementación existente en su dispositivo, al elegir este paso se 
reemplaza la implementación existente.

5. En la página Especificar detalles, haga lo siguiente:
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a. En Información de implementación, introduzca o modifique el nombre descriptivo de su 
implementación.

b. En Objetivos de implementación, seleccione un objetivo para su implementación y 
elija Siguiente. No puede cambiar el objetivo de implementación si está revisando una 
implementación existente.

6. En la página Seleccionar componentes, en Mis componentes, elija:

• com.<CUSTOM-COMPONENT-NAME>

• aws.greengrass.SageMakerEdgeManager

• SagemakerEdgeManager. <YOUR-PACKAGING-JOB>

7. En la página Configurar componentes, elija com.greengrass. SageMakerEdgeManagery haga lo 
siguiente.

a. Seleccione Configurar componente.

b. En Actualización de la configuración, en Configuración para fusionar, introduzca la siguiente 
configuración.

{ 
    "DeviceFleetName": "device-fleet-name", 
    "BucketName": "DOC-EXAMPLE-BUCKET"
}

Sustituya device-fleet-name por el nombre de la flota de dispositivos periféricos que ha 
creado y sustituya DOC-EXAMPLE-BUCKET por el nombre del bucket de Amazon S3 asociado a 
su flota de dispositivos.

c. Seleccione Confirmar y, a continuación, elija Siguiente.

8. En la página Configurar ajustes avanzados, mantenga los ajustes de configuración 
predeterminados y seleccione Siguiente.

9. En la página Revisar, elija Implementar.

Para implementar sus componentes (AWS CLI)

1. Cree un  deployment.json archivo para definir la configuración de implementación de los 
componentes de SageMaker Edge Manager. Este archivo debería ser igual al siguiente ejemplo.

{ 
  "targetArn":"targetArn", 
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  "components": { 
    "aws.greengrass.SageMakerEdgeManager": { 
      "componentVersion": 1.0.0, 
      "configurationUpdate": { 
        "merge": { 
          "DeviceFleetName": "device-fleet-name", 
          "BucketName": "DOC-EXAMPLE-BUCKET" 
        } 
      } 
    }, 
    "com.greengrass.SageMakerEdgeManager.ImageClassification": { 
      "componentVersion": 1.0.0, 
      "configurationUpdate": { 
      } 
    },  
    "com.greengrass.SageMakerEdgeManager.ImageClassification.Model": { 
      "componentVersion": 1.0.0, 
      "configurationUpdate": { 
      } 
    },  
  }
}

• En el targetArn campo, targetArnsustitúyalo por el nombre de recurso de Amazon (ARN) 
de la cosa o grupo de cosas a la que apunte la implementación, en el siguiente formato:

• Cosa: arn:aws:iot:region:account-id:thing/thingName

• Grupo de cosas: arn:aws:iot:region:account-id:thinggroup/thingGroupName

• En el campo merge, sustituya device-fleet-name por el nombre de la flota de dispositivos 
periféricos que ha creado y sustituya DOC-EXAMPLE-BUCKET por el nombre del bucket de 
Amazon S3 asociado a su flota de dispositivos.

• Sustituya las versiones de cada componente por la última versión disponible.

2. Ejecute el siguiente comando para implementar los componentes en el dispositivo:

aws greengrassv2 create-deployment \ 
    --cli-input-json file://path/to/deployment.json

La implementación puede tardar varios minutos en completarse. En el siguiente paso, compruebe el 
registro de componentes para comprobar que la implementación se ha completado correctamente y 
para ver los resultados de la inferencia.
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Para obtener más información sobre implementación de componentes en dispositivos individuales o 
grupos de dispositivos, consulte Implementar componentes AWS IoT Greengrass en dispositivos.

Implemente el Model Package directamente con la API de implementación de 
SageMaker Edge Manager

SageMaker Edge Manager proporciona una API de implementación que puede usar para 
implementar modelos en dispositivos de destino sin ellaAWS IoT Greengrass. Resulta útil en 
situaciones en las que desee actualizar los modelos independientemente de las actualizaciones 
del firmware o de los mecanismos de implementación de las aplicaciones. Puede usar la API 
para integrar sus implementaciones periféricas en un flujo de trabajo de CI/CD para implementar 
automáticamente modelos una vez que haya validado la precisión del modelo. La API también 
cuenta con cómodas opciones de reversión y despliegue gradual para garantizar que los modelos 
funcionen bien en un entorno concreto antes de una implementación más amplia.

Para usar la API de implementación de Edge Manager, primero compile y empaquete su modelo. 
Para obtener información sobre cómo compilar y empaquetar el modelo, consulte Forme, compile y 
empaquete su modelo. En las siguientes secciones de esta guía, se muestra cómo crear despliegues 
perimetrales mediante la SageMaker API, después de haber compilado y empaquetado los modelos.

Temas

• Crear un plan de implementación periférica

• Reinicie la implementación periférica

• Comprobar el estado de la implementación

Crear un plan de implementación periférica

Puede crear un plan de implementación periférica con la API CreateEdgeDeploymentPlan. El 
plan de implementación puede tener varias etapas. Puede configurar cada etapa para desarrollar 
la implementación en un subconjunto de dispositivos periféricos (por porcentaje o por nombre de 
dispositivo). También puede configurar cómo se gestionan los errores de implementación en cada 
etapa.

El siguiente fragmento de código muestra cómo se puede crear un plan de implementación periférica 
con una etapa para implementar un modelo compilado y empaquetado en 2 dispositivos periféricos 
específicos:
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import boto3

client = boto3.client("sagemaker")

client.create_edge_deployment_plan( 
    EdgeDeploymentPlanName="edge-deployment-plan-name", 
    DeviceFleetName="device-fleet-name", 
    ModelConfigs=[ 
        { 
            "EdgePackagingJobName": "edge-packaging-job-name", 
            "ModelHandle": "model-handle"
        } 
    ], 
    Stages=[ 
        { 
            "StageName": "stage-name", 
            "DeviceSelectionConfig": { 
                "DeviceSubsetType": "SELECTION", 
                "DeviceNames": ["device-name-1", "device-name-2"] 
            }, 
            "DeploymentConfig": { 
                "FailureHandlingPolicy": "ROLLBACK_ON_FAILURE" 
            } 
        } 
    ]
) 
      

En lugar de dispositivos específicos, si desea implementar el modelo en un porcentaje de 
dispositivos de su flota, defina el valor de DeviceSubsetType en "PERCENTAGE" y sustituya
"DeviceNames": ["device-name-1", "device-name-2"] por "Percentage": desired-
percentage en el ejemplo anterior.

Las etapas se pueden añadir una vez creado el plan de despliegue con la
CreateEdgeDeploymentStageAPI, por si quieres empezar a implementar nuevas etapas tras validar 
el éxito de la implementación de las pruebas. Para obtener más información sobre las etapas de 
despliegue, consulte. DeploymentStage

Reinicie la implementación periférica

Tras crear el plan y las etapas de implementación, puede iniciar la implementación con la API
StartEdgeDeploymentStage.
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client.start_edge_deployment_stage( 
    EdgeDeploymentPlanName="edge-deployment-plan-name", 
    StageName="stage-name"
) 
      

Comprobar el estado de la implementación

Puede comprobar el estado de la implementación perimetral con la
DescribeEdgeDeploymentPlanAPI.

client.describe_edge_deployment_plan( 
    EdgeDeploymentPlanName="edge-deployment-plan-name"
)      
      

Gestionar el modelo

El agente de Edge Manager puede cargar varios modelos a la vez y hacer inferencias con los 
modelos cargados en dispositivos periféricos. La cantidad de modelos que el agente puede cargar 
viene determinada por la memoria disponible en el dispositivo. El agente valida la firma del modelo y 
carga en la memoria todos los artefactos producidos por el trabajo de empaquetado periférico. Este 
paso requiere que se instalen todos los certificados necesarios descritos en los pasos anteriores 
junto con el resto de la instalación binaria. Si no se puede validar la firma del modelo, se produce un 
error al cargar el modelo con el código de retorno y el motivo correspondientes.

SageMaker El agente Edge Manager proporciona una lista de las API de gestión de modelos que 
implementan las API del plano de control y del plano de datos en los dispositivos periféricos. Junto 
con esta documentación, recomendamos revisar el ejemplo de implementación del cliente, que 
muestra el uso canónico de las API que se describen a continuación.

El archivo proto está disponible como parte de los artefactos de versión (dentro del archivo tarball 
de la versión). En este documento, enumeramos y describimos el uso de las API incluidas en este 
archivo proto.
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Note

En la versión de Windows hay un one-to-one mapeo de estas API y se comparte un código 
de muestra de una aplicación implementada en C# con los artefactos de la versión para 
Windows. A continuación se indican las instrucciones para ejecutar el agente como un 
proceso independiente, aplicable a los artefactos de versión para Linux.

Extraiga el archivo en función de su sistema operativo. Donde VERSION se divide en tres 
componentes: <MAJOR_VERSION>.<YYYY-MM-DD>-<SHA-7>. Consulte Instalación del agente 
de Edge Manager para obtener información sobre cómo obtener la versión de lanzamiento 
(<MAJOR_VERSION>), la marca de tiempo del artefacto de versión (<YYYY-MM-DD>) y el ID de 
confirmación del repositorio (SHA-7)

Linux

El archivo zip se puede extraer con el comando:

tar -xvzf <VERSION>.tgz

Windows

El archivo zip se puede extraer con la IU o el comando:

unzip <VERSION>.tgz

La jerarquía de artefactos de versión (después de extraer el archivo tar/zip) se muestra a 
continuación. El archivo proto del agente está disponible en api/.

0.20201205.7ee4b0b
### bin
#         ### sagemaker_edge_agent_binary
#         ### sagemaker_edge_agent_client_example
### docs
### api
#         ### agent.proto
### attributions
#         ### agent.txt
#         ### core.txt
### examples
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### ipc_example
### CMakeLists.txt
### sagemaker_edge_client.cc
### sagemaker_edge_client_example.cc
### sagemaker_edge_client.hh
### sagemaker_edge.proto
### README.md
### shm.cc
### shm.hh
### street_small.bmp

Temas

• Cargar modelo

• Descargar modelo

• Enumerar modelos

• Describir modelo

• Capturar datos

• Obtener estado de captura

• Predecir

Cargar modelo

El agente de Edge Manager admite la carga de varios modelos. Esta API valida la firma del modelo 
y carga en la memoria todos los artefactos producidos por la operación EdgePackagingJob. Este 
paso requiere que se instalen todos los certificados necesarios junto con el resto de la instalación 
binaria de agente. Si no se puede validar la firma del modelo, se produce un error y aparecen en el 
registro el código de retorno y los mensajes de error pertinentes.

// perform load for a model
// Note:
// 1. currently only local filesystem paths are supported for loading models.
// 2. multiple models can be loaded at the same time, as limited by available device 
 memory
// 3. users are required to unload any loaded model to load another model.
// Status Codes:
// 1. OK - load is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
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// 4. NOT_FOUND - model doesn't exist at the url
// 5. ALREADY_EXISTS - model with the same name is already loaded
// 6. RESOURCE_EXHAUSTED - memory is not available to load the model
// 7. FAILED_PRECONDITION - model is not compiled for the machine.
//
rpc LoadModel(LoadModelRequest) returns (LoadModelResponse);

Input

//
// request for LoadModel rpc call
//
message LoadModelRequest { 
  string url = 1; 
  string name = 2;  // Model name needs to match regex "^[a-zA-Z0-9](-*[a-zA-Z0-9])*
$"
}

Output

//
//
// response for LoadModel rpc call
//
message LoadModelResponse { 
  Model model = 1;
}

//
// Model represents the metadata of a model
//  url - url representing the path of the model
//  name - name of model
//  input_tensor_metadatas - TensorMetadata array for the input tensors
//  output_tensor_metadatas - TensorMetadata array for the output tensors
//
// Note:
//  1. input and output tensor metadata could empty for dynamic models.
//
message Model { 
  string url = 1; 
  string name = 2; 
  repeated TensorMetadata input_tensor_metadatas = 3; 
  repeated TensorMetadata output_tensor_metadatas = 4;
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}

Descargar modelo

Descarga un modelo cargado anteriormente. Se identifica mediante el alias del modelo que se 
proporcionó durante loadModel. Si no se encuentra el alias o el modelo no está cargado, devuelve 
un error.

//
// perform unload for a model
// Status Codes:
// 1. OK - unload is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - model doesn't exist
//
rpc UnLoadModel(UnLoadModelRequest) returns (UnLoadModelResponse);

Input

//
// request for UnLoadModel rpc call
//
message UnLoadModelRequest { 
 string name = 1; // Model name needs to match regex "^[a-zA-Z0-9](-*[a-zA-Z0-9])*$"
}

Output

//
// response for UnLoadModel rpc call
//
message UnLoadModelResponse {}

Enumerar modelos

Muestra todos los modelos cargados y sus alias.

//
// lists the loaded models
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// Status Codes:
// 1. OK - unload is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
//
rpc ListModels(ListModelsRequest) returns (ListModelsResponse);

Input

//
// request for ListModels rpc call
//
message ListModelsRequest {}

Output

//
// response for ListModels rpc call
//
message ListModelsResponse { 
 repeated Model models = 1;
}

Describir modelo

Describe un modelo que se carga en el agente.

//
// Status Codes:
// 1. OK - load is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - model doesn't exist at the url
//
rpc DescribeModel(DescribeModelRequest) returns (DescribeModelResponse);

Input

//
// request for DescribeModel rpc call
//
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message DescribeModelRequest { 
  string name = 1;
}

Output

//
// response for DescribeModel rpc call
//
message DescribeModelResponse { 
  Model model = 1;
}

Capturar datos

Permite a la aplicación cliente capturar los tensores de entrada y salida en el bucket de Amazon S3 
y, opcionalmente, en el auxiliar. Se espera que la aplicación cliente transmita un ID de captura único 
junto con cada llamada a esta API. Esto se puede usar más adelante para consultar el estado de la 
captura.

//
// allows users to capture input and output tensors along with auxiliary data.
// Status Codes:
// 1. OK - data capture successfully initiated
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 5. ALREADY_EXISTS - capture initiated for the given capture_id
// 6. RESOURCE_EXHAUSTED - buffer is full cannot accept any more requests.
// 7. OUT_OF_RANGE - timestamp is in the future.
// 8. INVALID_ARGUMENT - capture_id is not of expected format.
//
rpc CaptureData(CaptureDataRequest) returns (CaptureDataResponse);

Input

enum Encoding { 
 CSV = 0; 
 JSON = 1; 
 NONE = 2; 
 BASE64 = 3;
}
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//
// AuxilaryData represents a payload of extra data to be capture along with inputs 
 and outputs of inference
// encoding - supports the encoding of the data
// data - represents the data of shared memory, this could be passed in two ways:
// a. send across the raw bytes of the multi-dimensional tensor array
// b. send a SharedMemoryHandle which contains the posix shared memory segment id 
 and
// offset in bytes to location of multi-dimensional tensor array.
//
message AuxilaryData { 
 string name = 1; 
 Encoding encoding = 2; 
 oneof data { 
 bytes byte_data = 3; 
 SharedMemoryHandle shared_memory_handle = 4; 
 }
}

//
// Tensor represents a tensor, encoded as contiguous multi-dimensional array.
// tensor_metadata - represents metadata of the shared memory segment
// data_or_handle - represents the data of shared memory, this could be passed in 
 two ways:
// a. send across the raw bytes of the multi-dimensional tensor array
// b. send a SharedMemoryHandle which contains the posix shared memory segment
// id and offset in bytes to location of multi-dimensional tensor array.
//
message Tensor { 
 TensorMetadata tensor_metadata = 1; //optional in the predict request 
 oneof data { 
 bytes byte_data = 4; 
 // will only be used for input tensors 
 SharedMemoryHandle shared_memory_handle = 5; 
 }
}

//
// request for CaptureData rpc call
//
message CaptureDataRequest { 
 string model_name = 1; 
 string capture_id = 2; //uuid string 
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 Timestamp inference_timestamp = 3; 
 repeated Tensor input_tensors = 4; 
 repeated Tensor output_tensors = 5; 
 repeated AuxilaryData inputs = 6; 
 repeated AuxilaryData outputs = 7;
}

Output

//
// response for CaptureData rpc call
//
message CaptureDataResponse {}

Obtener estado de captura

Según los modelos cargados, los tensores de entrada y salida pueden ser grandes (para 
muchos dispositivos periféricos). La captura en la nube puede llevar mucho tiempo. Por tanto,
CaptureData() se implementa como una operación asíncrona. Un ID de captura es un 
identificador único que el cliente proporciona durante la llamada de captura de datos, este ID se 
puede utilizar para consultar el estado de la llamada asíncrona.

//
// allows users to query status of capture data operation
// Status Codes:
// 1. OK - data capture successfully initiated
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - given capture id doesn't exist.
//
rpc GetCaptureDataStatus(GetCaptureDataStatusRequest) returns 
 (GetCaptureDataStatusResponse);

Input

//
// request for GetCaptureDataStatus rpc call
//
message GetCaptureDataStatusRequest { 
  string capture_id = 1;
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}

Output

enum CaptureDataStatus { 
  FAILURE = 0; 
  SUCCESS = 1; 
  IN_PROGRESS = 2; 
  NOT_FOUND = 3;
}

//
// response for GetCaptureDataStatus rpc call
//
message GetCaptureDataStatusResponse { 
  CaptureDataStatus status = 1;
}

Predecir

La API predict realiza inferencias en un modelo cargado anteriormente. Acepta una solicitud en 
forma de tensor que se introduce directamente en la red neuronal. La salida es el tensor de salida (o 
escalar) del modelo. Esta es una llamada de bloqueo.

//
// perform inference on a model.
//
// Note:
// 1. users can chose to send the tensor data in the protobuf message or
// through a shared memory segment on a per tensor basis, the Predict
// method with handle the decode transparently.
// 2. serializing large tensors into the protobuf message can be quite expensive,
// based on our measurements it is recommended to use shared memory of
// tenors larger than 256KB.
// 3. SMEdge IPC server will not use shared memory for returning output tensors,
// i.e., the output tensor data will always send in byte form encoded
// in the tensors of PredictResponse.
// 4. currently SMEdge IPC server cannot handle concurrent predict calls, all
// these call will be serialized under the hood. this shall be addressed
// in a later release.
// Status Codes:
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// 1. OK - prediction is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - when model not found
// 5. INVALID_ARGUMENT - when tenors types mismatch
//
rpc Predict(PredictRequest) returns (PredictResponse);

Input

// request for Predict rpc call
//
message PredictRequest {
string name = 1;
repeated Tensor tensors = 2;
}

//
// Tensor represents a tensor, encoded as contiguous multi-dimensional array.
//    tensor_metadata - represents metadata of the shared memory segment
//    data_or_handle - represents the data of shared memory, this could be passed in 
 two ways:
//                        a. send across the raw bytes of the multi-dimensional 
 tensor array
//                        b. send a SharedMemoryHandle which contains the posix 
 shared memory segment
//                            id and offset in bytes to location of multi-
dimensional tensor array.
//
message Tensor { 
  TensorMetadata tensor_metadata = 1; //optional in the predict request 
  oneof data { 
    bytes byte_data = 4; 
    // will only be used for input tensors 
    SharedMemoryHandle shared_memory_handle = 5; 
  }
}

//
// Tensor represents a tensor, encoded as contiguous multi-dimensional array.
//    tensor_metadata - represents metadata of the shared memory segment
//    data_or_handle - represents the data of shared memory, this could be passed in 
 two ways:
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//                        a. send across the raw bytes of the multi-dimensional 
 tensor array
//                        b. send a SharedMemoryHandle which contains the posix 
 shared memory segment
//                            id and offset in bytes to location of multi-
dimensional tensor array.
//
message Tensor { 
  TensorMetadata tensor_metadata = 1; //optional in the predict request 
  oneof data { 
    bytes byte_data = 4; 
    // will only be used for input tensors 
    SharedMemoryHandle shared_memory_handle = 5; 
  }
}

//
// TensorMetadata represents the metadata for a tensor
//    name - name of the tensor
//    data_type  - data type of the tensor
//    shape - array of dimensions of the tensor
//
message TensorMetadata { 
  string name = 1; 
  DataType data_type = 2; 
  repeated int32 shape = 3;
}

//
// SharedMemoryHandle represents a posix shared memory segment
//    offset - offset in bytes from the start of the shared memory segment.
//    segment_id - shared memory segment id corresponding to the posix shared memory 
 segment.
//    size - size in bytes of shared memory segment to use from the offset position.
//
message SharedMemoryHandle { 
  uint64 size = 1; 
  uint64 offset = 2; 
  uint64 segment_id = 3;
}
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Output

Note

El PredictResponse solo devuelve Tensors y no SharedMemoryHandle.

// response for Predict rpc call
//
message PredictResponse { 
   repeated Tensor tensors = 1;
}

SageMaker Fin de la vida útil de Edge Manager

A partir del 26 de abril de 2024, ya no podrá acceder a Amazon SageMaker Edge Manager a través 
de la consola de AWS administración, realizar tareas de embalaje perimetral ni gestionar flotas de 
dispositivos perimetrales.

Preguntas frecuentes

Utilice las siguientes secciones para obtener respuestas a las preguntas más frecuentes sobre el 
final del ciclo de vida (EOL) de SageMaker Edge Manager.

P: ¿Qué pasará con mi Amazon SageMaker Edge Manager después de la fecha de fin de vida?

R: Después del 26 de abril de 2024, todas las referencias a trabajos de empaquetado periférico, 
dispositivos y flotas de dispositivos se eliminarán del servicio Edge Manager. Ya no puede descubrir 
el servicio Edge Manager ni acceder a él desde su consola AWS, y las aplicaciones que llaman a las 
API del servicio Edge Manager ya no funcionan.

P: ¿Se me facturarán los recursos de Edge Manager que queden en mi cuenta después de la fecha 
de final de vida útil?

R: Los recursos creados por Edge Manager, como los paquetes periféricos dentro de los buckets 
de Amazon S3, las cosas AWS de IoT y los roles IAM AWS, seguirán existiendo en sus servicios 
respectivos después del 26 de abril de 2024. Para evitar que se le facture una vez que Edge 
Manager deje de ser compatible, elimine sus recursos. Para obtener más información sobre 
eliminación de recursos, consulte Eliminar recursos de Edge Manager.
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P: ¿Cómo elimino mis recursos de Amazon SageMaker Edge Manager?

R: Los recursos creados por Edge Manager, como los paquetes periféricos dentro de los buckets 
de Amazon S3, las cosas AWS de IoT y los roles IAM AWS, seguirán existiendo en sus servicios 
respectivos después del 26 de abril de 2024. Para evitar que se le facture una vez que Edge 
Manager deje de ser compatible, elimine sus recursos. Para obtener más información sobre 
eliminación de recursos, consulte Eliminar recursos de Edge Manager.

P: ¿Cómo puedo seguir implementando modelos en la periferia?

R: Le sugerimos que pruebe una de las siguientes herramientas de machine learning. Para un tiempo 
de ejecución periférica multiplataforma, utilice ONNX. ONNX es una solución de código abierto 
popular y bien mantenida que traduce sus modelos en instrucciones que pueden ejecutar muchos 
tipos de hardware y es compatible con los marcos de ML más recientes. ONNX se puede integrar en 
sus SageMaker flujos de trabajo como un paso automatizado para sus implementaciones periféricas.

Para implementaciones periféricas y supervisión utilice AWS IoT Greengrass V2. AWS IoT 
Greengrass V2 tiene un mecanismo de empaquetado e implementación extensible que puede 
adaptarse a modelos y aplicaciones periféricos. Puede utilizar los canales MQTT integrados para 
devolver la telemetría del modelo a Amazon SageMaker Model Monitor o utilizar el sistema de 
permisos integrado para enviar los datos capturados del modelo a Amazon Simple Storage Service 
(Amazon S3). Si no usa o no puede usar AWS IoT Greengrass V2, le sugerimos que utilice MQTT e 
IoT Jobs (biblioteca C/C++) para crear un mecanismo OTA ligero para entregar modelos.

Hemos preparado un código de muestra disponible en este GitHub repositorio para ayudarle a 
realizar la transición a estas herramientas sugeridas.

Eliminar recursos de Edge Manager

Los recursos creados por Edge Manager seguirán existiendo después del 26 de abril de 2024. Para 
evitar su facturación, elimine estos recursos.

Para eliminar recursos AWS IoT Greengrass, haga lo que se indica a continuación:

1. En la consola AWS IoT Core, seleccione Dispositivos Greengrass en Administrar.

2. Elija Componentes.

3. En Mis componentes, los componentes creados por Edge Manager tienen el formato 
SageMakerEdge (EdgePackagingJobName). Seleccione el componente que desea eliminar.

4. Elija Eliminar versión.
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Para eliminar un alias de rol AWS IoT, haga lo siguiente:

1. En la consola AWS IoT Core, seleccione Seguridad en Administrar.

2. Elija Alias de roles.

3. Los alias de los roles creados por Edge Manager tienen el formato SageMakerEdge- 
{DeviceFleetName}. Seleccione el rol que desea eliminar.

4. Elija Eliminar.

Para eliminar trabajos de empaquetado en los bucket de Amazon S3, haga lo siguiente:

1. En la SageMaker consola, selecciona Edge Inference.

2. Elija trabajos de empaquetado periférico.

3. Seleccione uno de los trabajos de empaquetado periférico. Copie el URI de Amazon S3 en
Artefacto de modelo en la sección Configuración de salida.

4. En la consola de Amazon S3, navegue hasta la ubicación correspondiente y compruebe si 
necesita eliminar el modelo de artefacto. Para eliminar el modelo de artefacto, seleccione el 
objeto Amazon S3 y seleccione Eliminar.

Optimice el rendimiento del modelo con Neo

Neo es una capacidad de Amazon SageMaker que permite que los modelosmachine learning se 
formen una sola vez y se ejecuten en cualquier lugar, tanto en la nube como en la periferia.

Si es la primera vez que utiliza SageMaker Neo, le recomendamos que consulte la sección
Introducción a dispositivos periféricos para obtener instrucciones paso a paso sobre cómo compilar e 
implementar en un dispositivo periférico.

¿Qué es SageMaker Neo?

Normalmente, la optimización de modelos de machine learning para inferencias en varias 
plataformas resulta extremadamente difícil ya que se tienen que ajustar a mano los modelos 
para la configuración específica de hardware y software de cada plataforma. Si desea obtener un 
rendimiento de nivel óptimo para una carga de trabajo determinada, tiene que conocer el conjunto 
de instrucciones de la arquitectura de hardware, los patrones de acceso de memoria y las formas 
de datos de entrada entre otros factores. Para el desarrollo de software tradicional, las herramientas 
tales como compiladores y perfiladores simplifican el proceso. Para el machine learning, la mayoría 
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de las herramientas pertenecen específicamente al marco o al hardware. Esto le obliga a realizar un 
proceso manual de prueba y error que es poco fiable y productivo.

Neo optimiza automáticamente los modelos Gluon, Keras, MXNet, PyTorch, TensorFlow, 
TensorFlow-Lite y ONNX para la inferencia en máquinas Android, Linux y Windows basadas en 
procesadores de Ambarella, ARM, Intel, Nvidia, NXP, Qualcomm, Texas Instruments y Xilinx. Neo se 
prueba con modelos de visión por ordenador disponibles en las colecciones de modelos a través de 
los marcos. Sagemaker Neo admite la compilación e implementación en dos plataformas principales: 
instancias en la nube (incluida Inferentia) y dispositivos periféricos.

Para obtener más información sobre los marcos compatibles y los tipos de instancias de nube en 
los que puede realizar la implementación, consulte Tipos de instancias y marcos compatibles para 
instancias en la nube.

Para obtener más información sobre marcos compatibles, dispositivos periféricos, sistemas 
operativos, arquitecturas de chips y modelos de machine learning habituales probados por 
SageMaker Neo para dispositivos periféricos, consulte Marcos, dispositivos, sistemas y arquitecturas 
compatibles para dispositivos periféricos.

Funcionamiento

Neo se compone de un compilador y un tiempo de ejecución. Primero, la API de compilación de 
Neo lee los modelos exportados desde distintos marcos de trabajo. A continuación, convierte las 
operaciones y funciones específicas del marco de trabajo en una representación intermedia con 
independencia de este. Después, realiza una serie de optimizaciones. A continuación, genera código 
binario para las operaciones optimizadas, las escribe en una biblioteca de objetos compartidos 
y guarda la definición del modelo y los parámetros en archivos independientes. Neo también 
proporciona un tiempo de ejecución para cada plataforma de destino que carga y ejecuta el modelo 
compilado.
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Puede crear un trabajo de compilación de Neo desde la consola de SageMaker, el AWS Command 
Line Interface (AWS CLI), un cuaderno de Python o el SDK de SageMaker. Para obtener información 
sobre cómo compilar un modelo, consulte Uso de Neo para compilar un modelo. Con unos cuantos 
comandos de CLI, una invocación de la API o unos pocos clics, puede convertir un modelo para 
plataforma que prefiera. Puede implementar el modelo en un punto de conexión de Sagemaker o en 
un dispositivo AWS IoT Greengrass rápidamente.

Neo puede optimizar modelos con parámetros ya sea en FP32 o cuantificados con un ancho de bits 
de INT8 o de FP16.

Temas

• Uso de Neo para compilar un modelo

• Instancias en la nube

• Dispositivos periféricos

• Errores de solución de problemas

Uso de Neo para compilar un modelo

En esta sección se muestra cómo crear, describir, detener y generar una lista de trabajos de 
compilación. Las siguientes opciones están disponibles en Amazon SageMaker Neo para gestionar 
los trabajos de compilación de los modelos de aprendizaje automático: la AWS Command Line 
Interface SageMaker consola de Amazon o el SageMaker SDK de Amazon.

Temas

• Preparación del modelo para compilación
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• Compilación de un modelo (AWS Command Line Interface)

• Compilar un modelo (Amazon SageMaker Console)

• Compilar un modelo (Amazon SageMaker SDK)

Preparación del modelo para compilación

SageMaker Neo requiere que los modelos de aprendizaje automático se adapten a formas de datos 
de entrada específicas. La forma de entrada necesaria para la compilación depende del marco 
de aprendizaje profundo que utilice. Una vez que la forma de entrada del modelo tenga el formato 
correcto, guarde el modelo de acuerdo con los requisitos que se indican a continuación. Una vez que 
haya guardado el modelo, comprima los artefactos del modelo.

Temas

• ¿Qué formas de datos de entrada espera SageMaker Neo?

• Guardar modelos para SageMaker Neo

¿Qué formas de datos de entrada espera SageMaker Neo?

Antes de compilar el modelo, asegúrese de que tiene el formato correcto. Neo espera el nombre y la 
forma de las entradas de datos previstas para su modelo formado con formato de diccionario JSON o 
formato de lista. Las entradas de datos previstas son específicas del marco.

A continuación se muestran las formas de entrada que SageMaker Neo espera:

Keras

Especifique el nombre y la forma (formato NCHW) de las entradas de datos previstas usando un 
formato de diccionario para su modelo entrenado. Tenga en cuenta que, si bien los artefactos 
del modelo Keras deben cargarse en formato NHWC (último canal), DataInputConfig deben 
especificarse en formato NCHW (canal primero). Los formatos de diccionario necesarios son los 
siguientes:

• Para una entrada: {'input_1':[1,3,224,224]}

• Para dos entradas: {'input_1': [1,3,224,224], 'input_2':[1,3,224,224]}
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MXNet/ONNX

Especifique el nombre y la forma (formato NCHW) de las entradas de datos previstas usando un 
formato de diccionario para su modelo entrenado. Los formatos de diccionario necesarios son los 
siguientes:

• Para una entrada: {'data':[1,3,1024,1024]}

• Para dos entradas: {'var1': [1,1,28,28], 'var2':[1,1,28,28]}

PyTorch

En el caso de un PyTorch modelo, no es necesario proporcionar el nombre y la forma de las entradas 
de datos esperadas si se cumplen las dos condiciones siguientes:

• Creó el archivo de definición del modelo con la PyTorch versión 2.0 o una versión posterior. Para 
obtener más información sobre cómo crear el archivo de definición, consulte la PyTorch sección 
sobre cómo guardar modelos para SageMaker Neo.

• Está compilando el modelo para una instancia en la nube. Para obtener más información sobre 
los tipos de instancias compatibles con SageMaker Neo, consulteTipos de instancias y marcos 
compatibles.

Si cumples estas condiciones, SageMaker Neo obtiene la configuración de entrada del archivo de 
definición del modelo (.pt o .pth) con el que hayas creado. PyTorch

De lo contrario, tendrá que hacer lo siguiente:

Especifique el nombre y la forma (formato NCHW) de las entradas de datos previstas usando un 
formato de diccionario para su modelo entrenado. Como alternativa, puede especificar la forma 
únicamente mediante un formato de lista. Los formatos de diccionario necesarios son los siguientes:

• Para una entrada en formato de diccionario: {'input0':[1,3,224,224]}

• Para una entrada en formato de lista: [[1,3,224,224]]

• Para dos entradas en formato de diccionario: {'input0':[1,3,224,224], 'input1':
[1,3,224,224]}

• Para dos entradas en formato de lista: [[1,3,224,224], [1,3,224,224]]
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TensorFlow

Especifique el nombre y la forma (formato NHWC) de las entradas de datos previstas usando un 
formato de diccionario para su modelo entrenado. Los formatos de diccionario necesarios son los 
siguientes:

• Para una entrada: {'input':[1,1024,1024,3]}

• Para dos entradas: {'data1': [1,28,28,1], 'data2':[1,28,28,1]}

TFlite

Especifique el nombre y la forma (formato NHWC) de las entradas de datos previstas usando un 
formato de diccionario para su modelo entrenado. Los formatos de diccionario necesarios son los 
siguientes:

• Para una entrada: {'input':[1,224,224,3]}

Note

SageMaker Neo solo es compatible con TensorFlow Lite para dispositivos periféricos. 
Para obtener una lista de los dispositivos SageMaker Neo edge compatibles, consulta la
Dispositivos página de SageMaker Neo. Para ver una lista de los destinos de instancias en la 
nube de SageMaker Neo compatibles, consulta la Tipos de instancias y marcos compatibles
página de SageMaker Neo.

XGBoost

No son necesarios el nombre y la forma de los datos de entrada.

Guardar modelos para SageMaker Neo

En los siguientes ejemplos de código se muestra cómo guardar el modelo para que sea compatible 
con Neo. Los modelos deben empaquetarse como archivos tar comprimidos (*.tar.gz).

Keras

Los modelos de Keras requieren un archivo de definición de modelo (.h5).
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Hay dos opciones para guardar tu modelo Keras y hacerlo compatible con SageMaker Neo:

1. Exporte a formato .h5 con model.save("<model-name>", save_format="h5").

2. Congele el archivo SavedModel después de exportarlo.

A continuación se muestra un ejemplo de cómo exportar un modelo tf.keras como un gráfico 
congelado (segunda opción):

import os
import tensorflow as tf
from tensorflow.keras.applications.resnet50 import ResNet50
from tensorflow.keras import backend

tf.keras.backend.set_learning_phase(0)
model = tf.keras.applications.ResNet50(weights='imagenet', include_top=False, 
 input_shape=(224, 224, 3), pooling='avg')
model.summary()

# Save as a SavedModel
export_dir = 'saved_model/'
model.save(export_dir, save_format='tf')

# Freeze saved model
input_node_names = [inp.name.split(":")[0] for inp in model.inputs]
output_node_names = [output.name.split(":")[0] for output in model.outputs]
print("Input names: ", input_node_names)
with tf.Session() as sess: 
    loaded = tf.saved_model.load(sess, export_dir=export_dir, tags=["serve"])  
    frozen_graph = tf.graph_util.convert_variables_to_constants(sess, 
                                                                
 sess.graph.as_graph_def(), 
                                                                output_node_names) 
    tf.io.write_graph(graph_or_graph_def=frozen_graph, logdir=".", 
 name="frozen_graph.pb", as_text=False)

import tarfile
tar = tarfile.open("frozen_graph.tar.gz", "w:gz")
tar.add("frozen_graph.pb")
tar.close()
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Warning

No exporte su modelo con clase SavedModel utilizando model.save(<path>, 
save_format='tf'). Este formato es adecuado para el entrenamiento, pero no para la 
inferencia.

MXNet

Los modelos MXNet se deben guardar como un único archivo de símbolos *-symbol.json y un 
único parámetro *.params files.

Gluon Models

Defina la red neuronal mediante la Clase HybridSequential. Esto ejecutará el código al estilo 
de programación simbólica (a diferencia de programación imperativa).

from mxnet import nd, sym
from mxnet.gluon import nn

def get_net(): 
    net = nn.HybridSequential()  # Here we use the class HybridSequential. 
    net.add(nn.Dense(256, activation='relu'), 
            nn.Dense(128, activation='relu'), 
            nn.Dense(2)) 
    net.initialize() 
    return net

# Define an input to compute a forward calculation.  
x = nd.random.normal(shape=(1, 512))
net = get_net()

# During the forward calculation, the neural network will automatically infer
# the shape of the weight parameters of all the layers based on the shape of
# the input.
net(x) 
                         
# hybridize model
net.hybridize()
net(x)

# export model
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net.export('<model_name>') # this will create model-symbol.json and 
 model-0000.params files

import tarfile
tar = tarfile.open("<model_name>.tar.gz", "w:gz")
for name in ["<model_name>-0000.params", "<model_name>-symbol.json"]: 
    tar.add(name)
tar.close()

Para obtener más información sobre modelos de hibridación, consulte la documentación de 
hibridación de MXNet.

Gluon Model Zoo (GluonCV)

Los modelos de zoológico modelo GluonCV vienen prehibridados. Así que puede simplemente 
exportarlos.

import numpy as np
import mxnet as mx
import gluoncv as gcv
from gluoncv.utils import export_block
import tarfile

net = gcv.model_zoo.get_model('<model_name>', pretrained=True) # For example, choose 
 <model_name> as resnet18_v1
export_block('<model_name>', net, preprocess=True, layout='HWC')

tar = tarfile.open("<model_name>.tar.gz", "w:gz")

for name in ["<model_name>-0000.params", "<model_name>-symbol.json"]: 
    tar.add(name)
tar.close()

Non Gluon Models

Todos los modelos que no son Gluon cuando se guardan en disco utilizan archivos *-symbol y
*.params. Por lo tanto, ya están en el formato correcto para Neo.

# Pass the following 3 parameters: sym, args, aux
mx.model.save_checkpoint('<model_name>',0,sym,args,aux) # this will create 
 <model_name>-symbol.json and <model_name>-0000.params files

import tarfile
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tar = tarfile.open("<model_name>.tar.gz", "w:gz")

for name in ["<model_name>-0000.params", "<model_name>-symbol.json"]: 
    tar.add(name)
tar.close()

PyTorch

PyTorch los modelos deben guardarse como un archivo de definición (.pto.pth) con un tipo de 
datos de entrada de. float32

Para guardar el modelo, utilice el método torch.jit.trace seguido del método torch.save. 
Este proceso guarda un objeto en un archivo de disco y, de forma predeterminada, usa python pickle 
(pickle_module=pickle) para guardar los objetos y algunos metadatos. A continuación, convierte 
el modelo guardado en un archivo tar comprimido.

import torchvision
import torch

model = torchvision.models.resnet18(pretrained=True)
model.eval()
inp = torch.rand(1, 3, 224, 224)
model_trace = torch.jit.trace(model, inp)

# Save your model. The following code saves it with the .pth file extension
model_trace.save('model.pth')

# Save as a compressed tar file
import tarfile
with tarfile.open('model.tar.gz', 'w:gz') as f: 
    f.add('model.pth')
f.close()

Si guarda el modelo con la PyTorch versión 2.0 o posterior, SageMaker Neo obtiene la configuración 
de entrada del modelo (el nombre y la forma de su entrada) del archivo de definición. En ese caso, 
no es necesario especificar la configuración de entrada de datos SageMaker al compilar el modelo.

Si quiere evitar que SageMaker Neo obtenga la configuración de entrada, puede establecer 
el _store_inputs parámetro en. torch.jit.trace False Si lo hace, debe especificar la 
configuración de entrada de datos SageMaker al compilar el modelo.
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Para obtener más información sobre el torch.jit.trace método, consulte TORCH.JIT.TRACE en 
la documentación. PyTorch

TensorFlow

TensorFlow requiere uno .pb o un .pbtxt archivo y un directorio de variables que contenga 
variables. Para modelos congelados, solo se necesita un archivo .pb o .pbtxt.

En el siguiente ejemplo de código se muestra cómo utilizar el comando tar de Linux para comprimir 
el modelo. Ejecute lo siguiente en su terminal o en un cuaderno de Jupyter (si utiliza un cuaderno de 
Jupyter, inserte el comando mágico ! al principio de la instrucción):

# Download SSD_Mobilenet trained model
!wget http://download.tensorflow.org/models/object_detection/
ssd_mobilenet_v2_coco_2018_03_29.tar.gz

# unzip the compressed tar file
!tar xvf ssd_mobilenet_v2_coco_2018_03_29.tar.gz

# Compress the tar file and save it in a directory called 'model.tar.gz'
!tar czvf model.tar.gz ssd_mobilenet_v2_coco_2018_03_29/frozen_inference_graph.pb

Los indicadores de comando utilizados en este ejemplo permiten lo siguiente:

• c: crear un archivo

• z: comprimir el archivo con gzip

• v: mostrar el avance del archivo

• f: especificar el nombre del archivo

Estimadores integrados

Los estimadores integrados se crean mediante contenedores específicos del marco o contenedores 
específicos de un algoritmo. Los objetos del estimador, tanto para el algoritmo integrado como para 
el estimador específico del marco, guardan el modelo en el formato correcto cuando se entrena el 
modelo con el método integrado .fit.

Por ejemplo, puede usar sagemaker.TensorFlow a para definir un TensorFlow estimador:

from sagemaker.tensorflow import TensorFlow
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estimator = TensorFlow(entry_point='mnist.py', 
                        role=role,  #param role can be arn of a sagemaker execution 
 role 
                        framework_version='1.15.3', 
                        py_version='py3', 
                        training_steps=1000,  
                        evaluation_steps=100, 
                        instance_count=2, 
                        instance_type='ml.c4.xlarge')

Luego forme al modelo con el método incorporado .fit:

estimator.fit(inputs)

Antes de compilar por último el modelo con el método incorporado compile_model:

# Specify output path of the compiled model
output_path = '/'.join(estimator.output_path.split('/')[:-1])

# Compile model
optimized_estimator = estimator.compile_model(target_instance_family='ml_c5',  
                              input_shape={'data':[1, 784]},  # Batch size 1, 3 
 channels, 224x224 Images. 
                              output_path=output_path, 
                              framework='tensorflow', framework_version='1.15.3')

También puedes usar la sagemaker.estimator.Estimator clase para inicializar un objeto 
estimador para entrenar y compilar un algoritmo integrado con el método del SDK compile_model
de Python: SageMaker

import sagemaker
from sagemaker.image_uris import retrieve
sagemaker_session = sagemaker.Session()
aws_region = sagemaker_session.boto_region_name

# Specify built-in algorithm training image
training_image = retrieve(framework='image-classification',  
                          region=aws_region, image_scope='training')

training_image = retrieve(framework='image-classification', region=aws_region, 
 image_scope='training')
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# Create estimator object for training
estimator = sagemaker.estimator.Estimator(image_uri=training_image, 
                                          role=role,  #param role can be arn of a 
 sagemaker execution role 
                                          instance_count=1, 
                                          instance_type='ml.p3.8xlarge', 
                                          volume_size = 50, 
                                          max_run = 360000, 
                                          input_mode= 'File', 
                                          output_path=s3_training_output_location, 
                                          base_job_name='image-classification-training' 
                                          ) 
                                           
# Setup the input data_channels to be used later for training.                          
                  
train_data = sagemaker.inputs.TrainingInput(s3_training_data_location, 
                                            content_type='application/x-recordio', 
                                            s3_data_type='S3Prefix')
validation_data = sagemaker.inputs.TrainingInput(s3_validation_data_location, 
                                                content_type='application/x-recordio', 
                                                s3_data_type='S3Prefix')
data_channels = {'train': train_data, 'validation': validation_data}

# Train model
estimator.fit(inputs=data_channels, logs=True)

# Compile model with Neo                                                                
                    
optimized_estimator = estimator.compile_model(target_instance_family='ml_c5', 
                                          input_shape={'data':[1, 3, 224, 224], 
 'softmax_label':[1]}, 
                                          output_path=s3_compilation_output_location, 
                                          framework='mxnet', 
                                          framework_version='1.7')

Para obtener más información sobre la compilación de modelos con el SDK de SageMaker Python, 
consulteCompilar un modelo (Amazon SageMaker SDK).
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Compilación de un modelo (AWS Command Line Interface)

En esta sección se muestra cómo gestionar los trabajos de compilación de Amazon SageMaker Neo 
para modelos de aprendizaje automático mediante AWS Command Line Interface (CLI). Puede crear, 
describir, detener y generar una lista de los trabajos de compilación.

1. Crear un trabajo de compilación

Con la operación de la CreateCompilationJobAPI, puede especificar el formato de entrada de 
datos, el depósito S3 en el que almacenar el modelo, el depósito S3 en el que escribir el modelo 
compilado y el dispositivo o plataforma de hardware de destino.

En la siguiente tabla se muestra cómo configurar la API CreateCompilationJob en función 
de si el objetivo es un dispositivo o una plataforma.

Device Example

{ 
    "CompilationJobName": "neo-compilation-job-demo", 
    "RoleArn": "arn:aws:iam::<your-account>:role/service-role/AmazonSageMaker-
ExecutionRole-yyyymmddThhmmss", 
    "InputConfig": { 
        "S3Uri": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-data/
train", 
        "DataInputConfig":  "{'data': [1,3,1024,1024]}", 
        "Framework": "MXNET" 
    }, 
    "OutputConfig": { 
        "S3OutputLocation": "s3://<your-bucket>/sagemaker/neo-compilation-job-
demo-data/compile", 
        # A target device specification example for a ml_c5 instance family 
        "TargetDevice": "ml_c5" 
    }, 
    "StoppingCondition": { 
        "MaxRuntimeInSeconds": 300
    }
}

Si lo ha utilizado para entrenar su modelo y su dispositivo de destino es un ml_* 
objetivo, también puede especificar la versión del PyTorch marco que utilizó con el
FrameworkVersioncampo.
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{ 
    "CompilationJobName": "neo-compilation-job-demo", 
    "RoleArn": "arn:aws:iam::<your-account>:role/service-role/AmazonSageMaker-
ExecutionRole-yyyymmddThhmmss", 
    "InputConfig": { 
        "S3Uri": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-data/
train", 
        "DataInputConfig":  "{'data': [1,3,1024,1024]}", 
        "Framework": "PYTORCH", 
        "FrameworkVersion": "1.6" 
    }, 
    "OutputConfig": { 
        "S3OutputLocation": "s3://<your-bucket>/sagemaker/neo-compilation-job-
demo-data/compile", 
        # A target device specification example for a ml_c5 instance family 
        "TargetDevice": "ml_c5", 
        # When compiling for ml_* instances using PyTorch framework, use the 
 "CompilerOptions" field in  
        # OutputConfig to provide the correct data type ("dtype") of the model’s 
 input. Default assumed is "float32" 
        "CompilerOptions": "{'dtype': 'long'}" 
    }, 
    "StoppingCondition": { 
        "MaxRuntimeInSeconds": 300 
    }
}

Notas:

• Si guardó el modelo con la PyTorch versión 2.0 o posterior, el DataInputConfig
campo es opcional. SageMakerNeo obtiene la configuración de entrada del 
archivo de definición del modelo con el que se crea PyTorch. Para obtener más 
información sobre cómo crear el archivo de definición, consulte la PyTorch sección 
sobre cómo guardar modelos para SageMaker Neo.

• Este campo de API solo es compatible con PyTorch.
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Platform Example

{ 
    "CompilationJobName": "neo-test-compilation-job", 
    "RoleArn": "arn:aws:iam::<your-account>:role/service-role/AmazonSageMaker-
ExecutionRole-yyyymmddThhmmss", 
    "InputConfig": { 
        "S3Uri": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-data/
train", 
        "DataInputConfig":  "{'data': [1,3,1024,1024]}", 
        "Framework": "MXNET" 
    }, 
    "OutputConfig": { 
        "S3OutputLocation": "s3://<your-bucket>/sagemaker/neo-compilation-job-
demo-data/compile", 
        # A target platform configuration example for a p3.2xlarge instance 
        "TargetPlatform": { 
            "Os": "LINUX", 
            "Arch": "X86_64", 
            "Accelerator": "NVIDIA" 
        }, 
        "CompilerOptions": "{'cuda-ver': '10.0', 'trt-ver': '6.0.1', 'gpu-code': 
 'sm_70'}" 
    }, 
    "StoppingCondition": { 
        "MaxRuntimeInSeconds": 300
    }
}

Note

Para el funcionamiento de la API OutputConfig, las operaciones de la API
TargetDevice y TargetPlatform se excluyen mutuamente. Debe elegir una de las 
dos opciones.

Para ver ejemplos de cadenas JSON de DataInputConfig que dependen de marcos, consulte
Qué formas de datos de entrada espera Neo.
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Para obtener más información sobre cómo configurar las configuraciones, consulta las 
operaciones de la InputConfigTargetPlatformAPI y las operaciones de la API en la referencia de 
la SageMaker API. OutputConfig

2. Tras configurar el archivo JSON, ejecute el siguiente comando para crear el trabajo de 
compilación:

aws sagemaker create-compilation-job \
--cli-input-json file://job.json \
--region us-west-2  

# You should get CompilationJobArn

3. Describa el trabajo de compilación ejecutando el siguiente comando:

aws sagemaker describe-compilation-job \
--compilation-job-name $JOB_NM \
--region us-west-2

4. Detenga el trabajo de compilación ejecutando el siguiente comando:

aws sagemaker stop-compilation-job \
--compilation-job-name $JOB_NM \
--region us-west-2

# There is no output for compilation-job operation

5. Enumere el trabajo de compilación ejecutando el siguiente comando:

aws sagemaker list-compilation-jobs \
--region us-west-2

Compilar un modelo (Amazon SageMaker Console)

Puede crear un trabajo de compilación de Amazon SageMaker Neo en la SageMaker consola de 
Amazon.

1. En la SageMaker consola de Amazon, selecciona Trabajos de compilación y, a continuación, 
selecciona Crear trabajo de compilación.
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2. En la página Crear trabajo de compilación, en Nombre de trabajo, escriba un nombre. Después 
seleccione un rol de IAM.

3. Si no tiene un rol de IAM, elija Crear nuevo rol.
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4. En la página Crear un rol de IAM, elija Cualquier bucket de S3 y elija Crear rol.
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5. Non PyTorch Frameworks

En la sección de Configuración de entrada, escriba la ruta del URI del bucket de Amazon S3 
que contiene los artefactos del modelo en el campo Ubicación de artefactos del modelo. Los 
artefactos del modelo deben estar en un formato de archivo tar comprimido (.tar.gz).

En el campo de Configuración de entrada de datos, introduzca la cadena JSON que 
especifica la forma de los datos de entrada.

Para Marco de machine learning, elija el marco que prefiera.

Para ver ejemplos de cadenas JSON de datos de entrada que dependen de marcos, 
consulte Qué formas de datos de entrada espera Neo.

PyTorch Framework

Se aplican instrucciones similares a la compilación de PyTorch modelos. Sin embargo, si ha 
entrenado con el modelo PyTorch y está intentando compilarlo para ml_* (exceptoml_inf) 
el objetivo, puede especificar, si lo desea, la versión PyTorch que ha utilizado.
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Para ver ejemplos de cadenas JSON de datos de entrada que dependen de marcos, 
consulte Qué formas de datos de entrada espera Neo.

Notas

• Si guardó el modelo con la PyTorch versión 2.0 o posterior, el campo de 
configuración de entrada de datos es opcional. SageMaker Neo obtiene la 
configuración de entrada del archivo de definición del modelo con el que se crea 
PyTorch. Para obtener más información sobre cómo crear el archivo de definición, 
consulte la PyTorch sección sobre cómo guardar modelos para SageMaker Neo.

• Al compilar ml_* instancias mediante un PyTorch framework, utilice el campo de
opciones del compilador en la configuración de salida para proporcionar el tipo 
de datos correcto (dtype) de la entrada del modelo. El valor predeterminado se 
establece en "float32".
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Warning

Si especifica una ruta del URI del bucket de Amazon S3 que lleva al archivo .pth, 
aparecerá el siguiente error después de iniciar la compilación: ClientError: 
InputConfiguration: Unable to untar input model.Please confirm 
the model is a tar.gz file

6. Vaya a la sección de Configuración de salida. Elija dónde desea implementar su modelo. Puede 
implementar su modelo en un Dispositivo de destino o en una Plataforma de destino. Los 
dispositivos de destino incluyen dispositivos periféricos y en la nube. Las plataformas de destino 
hacen referencia a sistemas operativos, arquitectura y aceleradores específicos en los que 
desea que se ejecute su modelo.
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En Ubicación de salida de S3, escriba la ruta o al bucket de S3 o donde desee almacenar el 
modelo. Si lo desea, puede añadir opciones del compilador en formato JSON en la sección
Opciones del compilador.

7. Compruebe el estado del trabajo de compilación cuando se inicie. Este estado del trabajo se 
encuentra en la parte superior de la página del Trabajo de compilación, como se muestra en la 
siguiente captura de pantalla. También puede comprobar su estado en la columna Estado.
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8. Compruebe el estado del trabajo de compilación cuando se haya completado. Puede comprobar 
el estado en la columna Estado, como se muestra en la siguiente captura de pantalla.

Compilar un modelo (Amazon SageMaker SDK)

Puede usar la compile_modelAPI del Amazon SageMaker SDK para Python para compilar un 
modelo entrenado y optimizarlo para un hardware de destino específico. La API debe invocarse en el 
objeto estimador utilizado durante el entrenamiento del modelo.

Compilación de modelos 4787

https://sagemaker.readthedocs.io/en/stable/api/training/estimators.html?#sagemaker.estimator.Estimator.compile_model
https://sagemaker.readthedocs.io/en/stable/


Amazon SageMaker Guía para desarrolladores

Note

Debe establecer la variable de MMS_DEFAULT_RESPONSE_TIMEOUT entorno en 500 al 
compilar el modelo con PyTorch MXNet o. La variable de entorno no es necesaria para. 
TensorFlow

El siguiente es un ejemplo de cómo se puede compilar un modelo con el objeto
trained_model_estimator:

# Replace the value of expected_trained_model_input below and
# specify the name & shape of the expected inputs for your trained model
# in json dictionary form
expected_trained_model_input = {'data':[1, 784]}

# Replace the example target_instance_family below to your preferred 
 target_instance_family
compiled_model = trained_model_estimator.compile_model(target_instance_family='ml_c5', 
        input_shape=expected_trained_model_input, 
        output_path='insert s3 output path', 
        env={'MMS_DEFAULT_RESPONSE_TIMEOUT': '500'})

El código compila el modelo, guarda el modelo optimizado y crea un SageMaker modelo que se 
puede implementar en output_path un punto final. En la sección Cuadernos de ejemplo de 
compilación de modelos de Neo se proporcionan cuadernos de muestras sobre el uso del SDK para 
Python.

Instancias en la nube

Amazon SageMaker Neo admite marcos de machine learning de uso generalizado, como 
TensorFlow, PyTorchy MXNet, entre otros. Puede implementar su modelo compilado en instancias 
de nube e instancias de Inferentia AWS. Para obtener una lista completa de los marcos y tipos de 
instancias compatibles, consulte Marcos y tipos de instancias compatibles.

Puede compilar el modelo de tres maneras: a través de AWS CLI, consola SageMaker o el SDK 
de SageMaker para Python. Consulte Uso de Neo para compilar un modelo para obtener más 
información. Una vez compilados, los artefactos del modelo se almacenan en el URI del bucket de 
Amazon S3 que haya especificado durante el trabajo de compilación. Puede implementar su modelo 
compilado en instancias de nube e instancias de Inferentia AWS mediante el SDK de SageMaker 
para Python, AWS SDK for Python (Boto3), AWS CLI o la consola AWS.
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Si implementa el modelo mediante AWS CLI, la consola o Boto3, debe seleccionar un URI de 
Amazon ECR de imagen de Docker para su contenedor principal. Consulte Imágenes de contenedor 
de inferencias de Neo para obtener una lista de URI de Amazon ECR.

Temas

• Tipos de instancias y marcos compatibles

• Implementación de un modelo

• Solicitud de inferencias desde un servicio implementado

• Imágenes de contenedor de inferencias

Tipos de instancias y marcos compatibles

Amazon SageMaker Neo es compatible con los marcos de aprendizaje profundo más populares 
tanto para la compilación como para la implementación. Puede implementar su modelo en instancias 
de nube, tipos de instancias de Inferentia AWS o aceleradores de Amazon Elastic Inference.

A continuación se describen los marcos compatibles con SageMaker Neo y las instancias de nube de 
destino en las que puede compilar e implementar. Para obtener información sobre cómo implementar 
su modelo compilado en una instancia de nube o de Inferentia, consulte Implementación de un 
modelo con instancias de nube. Para obtener información sobre cómo implementar el modelo 
compilado con aceleradores de Inferencia elástica, consulte Utilice EI en Amazon SageMaker Hosted 
Endpoints.

Instancias en la nube

Sagemaker Neo es compatible con los siguientes marcos de aprendizaje profundo para las 
instancias de nube de CPU y GPU:

Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquet 
ados en 
*.tar.gz)

Kits de 
herramientas

MXNet 1.8.0 Compatibl 
e con 1.8.0 

Clasificación 
de imágenes, 
detección 

Un archivo 
de símbolos 
(.json) y un 

GluonCV 
v0.8.0
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Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquet 
ados en 
*.tar.gz)

Kits de 
herramientas

o versiones 
anteriores

de objetos, 
segmentac 
ión semántica 
, estimació 
n de poses, 
reconocim 
iento de 
actividades

archivo de 
parámetros 
(.params)

ONNX 1.7.0 Compatibl 
e con 1.7.0 
o versiones 
anteriores

Clasificación 
de imágenes, 
SVM

Un archivo 
de modelos 
(.onnx)

 

Keras 2.2.4 Compatibl 
e con 2.2.4 
o versiones 
anteriores

Clasificación 
de imágenes

Un archivo de 
definición de 
modelo (.h5)

 

PyTorch 1.4, 1.5, 1.6, 
1.7, 1.8, 1.12, 
1.13 o 2.0

Compatible 
con 1.4, 1.5, 
1.6, 1.7, 1.8, 
1.12, 1.13 y 
2.0

Clasificación 
de imágenes

Las versiones 
1.13 y 2.0 
son compatibl 
es con 
detección 
de objetos, 
Vision 
Transformer 
y HuggingFa 
ce

Un archivo de 
definición de 
modelo (.pt 
o.pth) con la 
entrada dtype 
de float32
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Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquet 
ados en 
*.tar.gz)

Kits de 
herramientas

TensorFlow 1.15.3 o 2.9 Compatible 
con 1.15.3 y 
2.9

Clasificación 
de imágenes

En el caso de 
los modelos 
guardados 
, un 
archivo .pb 
o .pbtxt y un 
directorio 
de variables 
que contiene 
variables

En el caso de 
los modelos 
congelado 
s, un solo 
archivo .pb 
o .pbtxt

 

XGBoost 1.3.3 Compatibl 
e con 1.3.3 
o versiones 
anteriores

Árboles de 
decisión

Un archivo 
de modelo 
de XGBoost 
(.model) en 
el que el 
número de 
nodos de 
un árbol es 
inferior a 
2^31
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Note

La “versión del modelo” es la versión del marco utilizada para formar y exportar el modelo.

Tipos de instancias

Puede implementar su modelo compilado de SageMaker en una de las instancias de nube que se 
indican a continuación:

Instancia Tipo de 
computación

ml_c4 Standard

ml_c5 Standard

ml_m4 Standard

ml_m5 Standard

ml_p2 Computación 
acelerada

ml_p3 Computación 
acelerada

ml_g4dn Computación 
acelerada

Para obtener información sobre vCPU, memoria y precio por hora disponibles para cada tipo de 
instancia, consulte los precios de Amazon SageMaker.

Note

Al compilar instancias ml_* con el marco PyTorch, use el campo de Opciones del 
compilador en Configuración de salida para proporcionar el tipo de datos correcto (dtype) de 
la entrada del modelo.
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El valor predeterminado se establece en "float32".

Inferentia AWS

Sagemaker Neo es compatible con los siguientes marcos de aprendizaje profundo para Inf1:

Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquet 
ados en 
*.tar.gz)

Kits de 
herramientas

MXNet 1.5 o 1.8 Compatible 
con 1.8, 1.5 
y versiones 
anteriores

Clasificación 
de imágenes, 
detección 
de objetos, 
segmentac 
ión semántica 
, estimació 
n de poses, 
reconocim 
iento de 
actividades

Un archivo 
de símbolos 
(.json) y un 
archivo de 
parámetros 
(.params)

GluonCV 
v0.8.0

PyTorch 1.7, 1.8 o 1.9 Compatibl 
e con 1.9 y 
versiones 
anteriores

Clasificación 
de imágenes

Un archivo de 
definición de 
modelo (.pt 
o.pth) con la 
entrada dtype 
de float32

 

TensorFlow 1.15 o 2.5 Compatible 
con 2.5, 1.15 
y versiones 
anteriores

Clasificación 
de imágenes

En el caso de 
los modelos 
guardados 
, un 
archivo .pb 
o .pbtxt y un 
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Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquet 
ados en 
*.tar.gz)

Kits de 
herramientas

directorio 
de variables 
que contiene 
variables

En el caso de 
los modelos 
congelado 
s, un solo 
archivo .pb 
o .pbtxt

Note

La “versión del modelo” es la versión del marco utilizada para formar y exportar el modelo.

Puede implementar su modelo compilado por Sagemaker NEO en instancias Inf1 de Amazon EC2 
basadas en Inferencia AWS. AWS Inferentia es el primer chip de silicio personalizado de Amazon 
diseñado para acelerar el aprendizaje profundo. Actualmente, puede usar la instancia ml_inf1 para 
implementar sus modelos compilados.

Inferentia2 AWS y Trainium AWS

Actualmente, puede implementar su modelo compilado por Sagemaker NEO en instancias Amazon 
EC2 Inf2 basadas en Inferentia2 AWS (en la región Este de EE. UU. (Ohio)) y en instancias Amazon 
EC2 Trn basadas en Trainium AWS (en la región Este de EE. UU. (Norte de Virginia)). Para obtener 
más información sobre los modelos compatibles con estas instancias, consulte las  Pautas de ajuste 
de la arquitectura de modelos en la documentación de Neuron AWS y los ejemplos del repositorio de 
Github de Neuron.
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Amazon Elastic Inference

Sagemaker Neo es compatible con los siguientes marcos de aprendizaje profundo para Elastic 
Inference:

Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquetados 
en *.tar.gz)

TensorFlow 2.3.2 Compatible con 
2.3

Clasificación 
de imágenes, 
detección 
de objetos, 
segmentac 
ión semántica 
, estimació 
n de poses, 
reconocimiento 
de actividades

En el caso de 
los modelos 
guardados, 
un archivo .pb 
o .pbtxt y un 
directorio 
de variables 
que contiene 
variables.

En el caso de 
los modelos 
congelados, un 
solo archivo .pb 
o .pbtxt.

Puede implementar el modelo compilado por Sagemaker NEO en un Elastic Inference Accelerator. 
Para obtener más información, consulte Utilice EI en Amazon SageMaker Hosted Endpoints.

Implementación de un modelo

Para implementar un modelo compilado por Amazon SageMaker Neo en un punto de conexión 
HTTPS, tiene que configurar y crear el punto de conexión del modelo mediante servicios de hosting 
de Amazon SageMaker. En la actualidad, los desarrolladores pueden utilizar API de Amazon 
SageMaker para realizar implementaciones en instancias de ml.c5, ml.c4, ml.m5, ml.m4, ml.p3, ml.p2 
y ml.inf1.
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Para las instancias Inferentia y Trainium, los modelos deben compilarse específicamente para dichas 
instancias. No se garantiza que los modelos compilados para otros tipos de instancia funcionen con 
instancias Inferentia o Trainium.

Para los Aceleradores de inferencia elástica, los modelos deben compilarse específicamente para 
dispositivos ml_eia2. Para obtener información sobre cómo implementar el modelo compilado en un 
acelerador de Inferencia elástica, consulte Utilice EI en Amazon SageMaker Hosted Endpoints.

Cuando se implementa un modelo compilado, es preciso usar la misma instancia para el destino 
que utilizó para la compilación. Esto crea un punto de conexión de SageMaker que puede utilizar 
para realizar inferencias. Puede implementar un modelo compilado en NEO mediante cualquiera de 
las siguientes opciones: SDK de Amazon SageMaker para Python, SDK para Python (Boto3), AWS 
Command Line Interface y la consola SageMaker.

Note

Para implementar un modelo mediante AWS CLI, la consola o Boto3, consulte Imágenes de 
contenedores de inferencias de Neo para seleccionar el URI de imagen de inferencia para su 
contenedor principal.

Temas

• Requisitos previos

• Implemente un modelo compilado mediante el SDK de Sagemaker

• Implementa un modelo compilado con Boto3

• Implementar un modelo compilado con AWS CLI

• Implementar un modelo compilado con la Consola

Requisitos previos

Note

Siga las instrucciones de esta sección si ha compilado el modelo mediante AWS SDK for 
Python (Boto3), AWS CLI o la consola SageMaker.

Para crear un modelo compilado por Sagemaker Neo, necesita lo siguiente:
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1. Un URI de Amazon ECR de imagen de Docker. Puede seleccionar uno que se adapte a sus 
necesidades de esta lista.

2. Un archivo de guión de punto de entrada:

a. Para modelos PyTorch y MXNet:

Si ha entrenado el modelo con SageMaker, el script de entrenamiento debe implementar 
las funciones que se describen a continuación. El script de entrenamiento sirve como 
script de punto de entrada durante la inferencia. En el ejemplo detallado en Entrenamiento, 
compilación e implementación de MNIST con MXNet Module y SageMaker Neo, el script de 
entrenamiento (mnist.py) implementa las funciones requeridas.

Si no entrenó el modelo con SageMaker, debe proporcionar un archivo de script 
(inference.py) de punto de entrada que pueda usarse en el momento de la inferencia. 
Según el marco (MXNet o PyTorch), la ubicación del guión de inferencia debe ajustarse a la
Estructura de directorios de modelos del SDK de Python de Sagemaker para MXNet o a la 
Estructura de directorios de modelos de PyTorch.

Cuando se utilizan imágenes de contenedor optimizadas para inferencias de Neo con
PyTorch y MXNet en tipos de instancias de CPU y GPU, el guión de inferencia debe 
implementar las siguientes funciones:

• model_fn: Carga el modelo. (Opcional)

• input_fn: Convierte la carga útil de la solicitud entrante en una matriz numpy.

• predict_fn: Realiza la predicción.

• output_fn: Convierte el resultado de la predicción en la carga útil de respuesta.

• Como alternativa, puede transform_fn definir la combinación input_fn, predict_fn
y output_fn.

Los siguientes son ejemplos de inference.py scripts dentro de un directorio llamado
code (code/inference.py) para PyTorch y MxNet (Gluon y Module). Los ejemplos 
cargan primero el modelo y, a continuación, lo muestran en los datos de imagen de una 
GPU:

MXNet Module

import numpy as np
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import json
import mxnet as mx
import neomx  # noqa: F401
from collections import namedtuple

Batch = namedtuple('Batch', ['data'])

# Change the context to mx.cpu() if deploying to a CPU endpoint
ctx = mx.gpu()

def model_fn(model_dir): 
    # The compiled model artifacts are saved with the prefix 'compiled' 
    sym, arg_params, aux_params = mx.model.load_checkpoint('compiled', 0) 
    mod = mx.mod.Module(symbol=sym, context=ctx, label_names=None) 
    exe = mod.bind(for_training=False, 
                   data_shapes=[('data', (1,3,224,224))], 
                   label_shapes=mod._label_shapes) 
    mod.set_params(arg_params, aux_params, allow_missing=True) 
     
    # Run warm-up inference on empty data during model load (required for 
 GPU) 
    data = mx.nd.empty((1,3,224,224), ctx=ctx) 
    mod.forward(Batch([data])) 
    return mod

def transform_fn(mod, image, input_content_type, output_content_type): 
    # pre-processing 
    decoded = mx.image.imdecode(image) 
    resized = mx.image.resize_short(decoded, 224) 
    cropped, crop_info = mx.image.center_crop(resized, (224, 224)) 
    normalized = mx.image.color_normalize(cropped.astype(np.float32) / 255, 
                                  mean=mx.nd.array([0.485, 0.456, 0.406]), 
                                  std=mx.nd.array([0.229, 0.224, 0.225])) 
    transposed = normalized.transpose((2, 0, 1)) 
    batchified = transposed.expand_dims(axis=0) 
    casted = batchified.astype(dtype='float32') 
    processed_input = casted.as_in_context(ctx) 

    # prediction/inference 
    mod.forward(Batch([processed_input])) 

    # post-processing 
    prob = mod.get_outputs()[0].asnumpy().tolist() 
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    prob_json = json.dumps(prob) 
    return prob_json, output_content_type

MXNet Gluon

import numpy as np
import json
import mxnet as mx
import neomx  # noqa: F401

# Change the context to mx.cpu() if deploying to a CPU endpoint
ctx = mx.gpu()

def model_fn(model_dir): 
    # The compiled model artifacts are saved with the prefix 'compiled' 
    block = mx.gluon.nn.SymbolBlock.imports('compiled-symbol.json',
['data'],'compiled-0000.params', ctx=ctx) 
     
    # Hybridize the model & pass required options for Neo: static_alloc=True 
 & static_shape=True 
    block.hybridize(static_alloc=True, static_shape=True) 
     
    # Run warm-up inference on empty data during model load (required for 
 GPU) 
    data = mx.nd.empty((1,3,224,224), ctx=ctx) 
    warm_up = block(data) 
    return block

def input_fn(image, input_content_type): 
    # pre-processing 
    decoded = mx.image.imdecode(image) 
    resized = mx.image.resize_short(decoded, 224) 
    cropped, crop_info = mx.image.center_crop(resized, (224, 224)) 
    normalized = mx.image.color_normalize(cropped.astype(np.float32) / 255, 
                                  mean=mx.nd.array([0.485, 0.456, 0.406]), 
                                  std=mx.nd.array([0.229, 0.224, 0.225])) 
    transposed = normalized.transpose((2, 0, 1)) 
    batchified = transposed.expand_dims(axis=0) 
    casted = batchified.astype(dtype='float32') 
    processed_input = casted.as_in_context(ctx) 
    return processed_input

Instancias en la nube 4799



Amazon SageMaker Guía para desarrolladores

def predict_fn(processed_input_data, block): 
    # prediction/inference 
    prediction = block(processed_input_data) 
    return prediction

def output_fn(prediction, output_content_type): 
    # post-processing 
    prob = prediction.asnumpy().tolist() 
    prob_json = json.dumps(prob) 
    return prob_json, output_content_type

PyTorch 1.4 and Older

import os
import torch
import torch.nn.parallel
import torch.optim
import torch.utils.data
import torch.utils.data.distributed
import torchvision.transforms as transforms
from PIL import Image
import io
import json
import pickle

def model_fn(model_dir): 
    """Load the model and return it. 
    Providing this function is optional. 
    There is a default model_fn available which will load the model 
    compiled using SageMaker Neo. You can override it here. 

    Keyword arguments: 
    model_dir -- the directory path where the model artifacts are present 
    """ 

    # The compiled model is saved as "compiled.pt" 
    model_path = os.path.join(model_dir, 'compiled.pt') 
    with torch.neo.config(model_dir=model_dir, neo_runtime=True): 
        model = torch.jit.load(model_path) 
        device = torch.device("cuda" if torch.cuda.is_available() else 
 "cpu") 
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        model = model.to(device) 

    # We recommend that you run warm-up inference during model load 
    sample_input_path = os.path.join(model_dir, 'sample_input.pkl') 
    with open(sample_input_path, 'rb') as input_file: 
        model_input = pickle.load(input_file) 
    if torch.is_tensor(model_input): 
        model_input = model_input.to(device) 
        model(model_input) 
    elif isinstance(model_input, tuple): 
        model_input = (inp.to(device) for inp in model_input if 
 torch.is_tensor(inp)) 
        model(*model_input) 
    else: 
        print("Only supports a torch tensor or a tuple of torch tensors") 
        return model

def transform_fn(model, request_body, request_content_type, 
                 response_content_type): 
    """Run prediction and return the output. 
    The function 
    1. Pre-processes the input request 
    2. Runs prediction 
    3. Post-processes the prediction output. 
    """ 
    # preprocess 
    decoded = Image.open(io.BytesIO(request_body)) 
    preprocess = transforms.Compose([ 
        transforms.Resize(256), 
        transforms.CenterCrop(224), 
        transforms.ToTensor(), 
        transforms.Normalize( 
            mean=[ 
                0.485, 0.456, 0.406], std=[ 
                0.229, 0.224, 0.225]), 
    ]) 
    normalized = preprocess(decoded) 
    batchified = normalized.unsqueeze(0) 
    # predict 
    device = torch.device("cuda" if torch.cuda.is_available() else "cpu") 
    batchified = batchified.to(device) 
    output = model.forward(batchified) 
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    return json.dumps(output.cpu().numpy().tolist()), response_content_type

PyTorch 1.5 and Newer

import os
import torch
import torch.nn.parallel
import torch.optim
import torch.utils.data
import torch.utils.data.distributed
import torchvision.transforms as transforms
from PIL import Image
import io
import json
import pickle

def model_fn(model_dir): 
    """Load the model and return it. 
    Providing this function is optional. 
    There is a default_model_fn available, which will load the model 
    compiled using SageMaker Neo. You can override the default here. 
    The model_fn only needs to be defined if your model needs extra 
    steps to load, and can otherwise be left undefined. 

    Keyword arguments: 
    model_dir -- the directory path where the model artifacts are present 
    """ 

    # The compiled model is saved as "model.pt" 
    model_path = os.path.join(model_dir, 'model.pt') 
    device = torch.device("cuda" if torch.cuda.is_available() else "cpu") 
    model = torch.jit.load(model_path, map_location=device) 
    model = model.to(device) 

    return model

def transform_fn(model, request_body, request_content_type, 
                    response_content_type): 
    """Run prediction and return the output. 
    The function 
    1. Pre-processes the input request 
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    2. Runs prediction 
    3. Post-processes the prediction output. 
    """ 
    # preprocess 
    decoded = Image.open(io.BytesIO(request_body)) 
    preprocess = transforms.Compose([ 
                                transforms.Resize(256), 
                                transforms.CenterCrop(224), 
                                transforms.ToTensor(), 
                                transforms.Normalize( 
                                    mean=[ 
                                        0.485, 0.456, 0.406], std=[ 
                                        0.229, 0.224, 0.225]), 
                                    ]) 
    normalized = preprocess(decoded) 
    batchified = normalized.unsqueeze(0) 
     
    # predict 
    device = torch.device("cuda" if torch.cuda.is_available() else "cpu") 
    batchified = batchified.to(device) 
    output = model.forward(batchified) 
    return json.dumps(output.cpu().numpy().tolist()), response_content_type  
                                                
                                             

b. Para instancias inf1 o imágenes de contenedor onnx, xgboost o keras

Para todos los demás tipos de instancias de inferencia o imágenes de contenedor 
optimizadas para inferencias de Neo, el guión de punto de entrada debe implementar las 
siguientes funciones para tiempo de ejecución de aprendizaje profundo de Neo:

• neo_preprocess: Convierte la carga útil de la solicitud entrante en una matriz numpy.

• neo_postprocess: Convierte el resultado de la predicción de tiempo de ejecución de 
aprendizaje profundo de Neo en el cuerpo de la respuesta.

Note

Ninguna de estas dos funciones anteriores usa funcionalidades de MXNet, 
Pytorch o Tensorflow.
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Para ver ejemplos de cómo utilizar estas funciones, consulte los cuadernos de ejemplo de 
compilación de modelos de Neo.

c. Para modelos TensorFlow

Si su modelo requiere una lógica personalizada de preprocesamiento y posprocesamiento 
antes de enviar los datos al modelo, debe especificar un archivo inference.py de guión 
de punto de entrada que pueda usarse en el momento de la inferencia. El script debe 
implementar un par de funciones input_handler y output_handler o una función de 
controlador único.

Note

Tenga en cuenta que si la función de controlador está implementada
input_handler y output_handler se ignoran.

El siguiente es un ejemplo de código de un guión inference.py que se puede 
combinar con el modelo de compilación para realizar un procesamiento previo y posterior 
personalizado en un modelo de clasificación de imágenes. El cliente Sagemaker envía 
el archivo de imagen como un tipo de contenido application/x-image a la función
input_handler, donde se convierte a JSON. A continuación, el archivo de imagen 
convertido se envía al servidor de modelos de Tensorflow (TFX) mediante la API de REST.

import json
import numpy as np
import json
import io
from PIL import Image

def input_handler(data, context): 
    """ Pre-process request input before it is sent to TensorFlow Serving REST 
 API 
     
    Args: 
    data (obj): the request data, in format of dict or string 
    context (Context): an object containing request and configuration details 
     
    Returns: 
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    (dict): a JSON-serializable dict that contains request body and headers 
    """ 
    f = data.read() 
    f = io.BytesIO(f) 
    image = Image.open(f).convert('RGB') 
    batch_size = 1 
    image = np.asarray(image.resize((512, 512))) 
    image = np.concatenate([image[np.newaxis, :, :]] * batch_size) 
    body = json.dumps({"signature_name": "serving_default", "instances": 
 image.tolist()}) 
    return body

def output_handler(data, context): 
    """Post-process TensorFlow Serving output before it is returned to the 
 client. 
     
    Args: 
    data (obj): the TensorFlow serving response 
    context (Context): an object containing request and configuration details 
     
    Returns: 
    (bytes, string): data to return to client, response content type 
    """ 
    if data.status_code != 200: 
        raise ValueError(data.content.decode('utf-8')) 

    response_content_type = context.accept_header 
    prediction = data.content 
    return prediction, response_content_type

Si no hay ningún procesamiento previo o posterior personalizado, el cliente SageMaker 
convierte la imagen del archivo a JSON de forma similar antes de enviarla al punto de 
conexión de SageMaker.

Para obtener más información, consulte Implementación en puntos de conexión de servicio 
de TensorFlow en el SDK de Sagemaker Python.

3. El URI del bucket de Amazon S3 que contiene los artefactos del modelo compilado.
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Implemente un modelo compilado mediante el SDK de Sagemaker

Debe cumplir la sección de  requisitos previos si el modelo se compiló con AWS SDK for Python 
(Boto3), AWS CLI o con la consola Amazon SageMaker. Siga uno de los siguientes casos de uso 
para implementar un modelo compilado con Sagemaker Neo en función de cómo compiló el modelo.

Temas

• Si compiló el modelo mediante el SDK de SageMaker

• Si compiló su modelo con MXNet o PyTorch

• Si compiló el modelo mediante Boto3, la consola SageMaker o la CLI para TensorFlow

Si compiló el modelo mediante el SDK de SageMaker

El identificador de objeto sagemaker.Model del modelo compilado proporciona la función deploy(), 
que le permite crear un punto de conexión para atender solicitudes de inferencia. La función le 
permite establecer el número y el tipo de instancias que se utilizan para el punto de conexión. Tiene 
que elegir una instancia para la que haya compilado su modelo. Por ejemplo, en el trabajo compilado 
en la sección Compilar un modelo (SDK de Amazon SageMaker), esto es ml_c5.

predictor = compiled_model.deploy(initial_instance_count = 1, instance_type = 
 'ml.c5.4xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)

Si compiló su modelo con MXNet o PyTorch

Cree el modelo de SageMaker e impleméntelo mediante la API deploy() en las API de modelo 
específicas del marco. Para MXNet, es MXNetModel y para PyTorch, es  PyTorchModel. 
Al crear e implementar un modelo de SageMaker, debe establecer la variable de entorno
MMS_DEFAULT_RESPONSE_TIMEOUT en 500 y especificar el parámetro entry_point como script 
de inferencia (inference.py) y el parámetro source_dir como ubicación del directorio (code) 
del script de inferencia. Para preparar el script de inferencia (inference.py), siga el paso de 
Requisitos previos.

El siguiente ejemplo muestra cómo usar estas funciones para implementar un modelo compilado con 
el SDK de SageMaker para Python:
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MXNet

from sagemaker.mxnet import MXNetModel

# Create SageMaker model and deploy an endpoint
sm_mxnet_compiled_model = MXNetModel( 
    model_data='insert S3 path of compiled MXNet model archive', 
    role='AmazonSageMaker-ExecutionRole', 
    entry_point='inference.py', 
    source_dir='code', 
    framework_version='1.8.0', 
    py_version='py3', 
    image_uri='insert appropriate ECR Image URI for MXNet', 
    env={'MMS_DEFAULT_RESPONSE_TIMEOUT': '500'},
)

# Replace the example instance_type below to your preferred instance_type
predictor = sm_mxnet_compiled_model.deploy(initial_instance_count = 1, instance_type 
 = 'ml.p3.2xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)                   

PyTorch 1.4 and Older

from sagemaker.pytorch import PyTorchModel

# Create SageMaker model and deploy an endpoint
sm_pytorch_compiled_model = PyTorchModel( 
    model_data='insert S3 path of compiled PyTorch model archive', 
    role='AmazonSageMaker-ExecutionRole', 
    entry_point='inference.py', 
    source_dir='code', 
    framework_version='1.4.0', 
    py_version='py3', 
    image_uri='insert appropriate ECR Image URI for PyTorch', 
    env={'MMS_DEFAULT_RESPONSE_TIMEOUT': '500'},
)

# Replace the example instance_type below to your preferred instance_type
predictor = sm_pytorch_compiled_model.deploy(initial_instance_count = 1, 
 instance_type = 'ml.p3.2xlarge')
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# Print the name of newly created endpoint
print(predictor.endpoint_name)

PyTorch 1.5 and Newer

from sagemaker.pytorch import PyTorchModel

# Create SageMaker model and deploy an endpoint
sm_pytorch_compiled_model = PyTorchModel( 
    model_data='insert S3 path of compiled PyTorch model archive', 
    role='AmazonSageMaker-ExecutionRole', 
    entry_point='inference.py', 
    source_dir='code', 
    framework_version='1.5', 
    py_version='py3', 
    image_uri='insert appropriate ECR Image URI for PyTorch',
)

# Replace the example instance_type below to your preferred instance_type
predictor = sm_pytorch_compiled_model.deploy(initial_instance_count = 1, 
 instance_type = 'ml.p3.2xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)                                 
                             

Note

Las políticas AmazonSageMakerFullAccess y AmazonS3ReadOnlyAccess deben 
asociarse al rol de IAM AmazonSageMaker-ExecutionRole.

Si compiló el modelo mediante Boto3, la consola SageMaker o la CLI para TensorFlow

Construya un objeto TensorFlowModel y, a continuación, llame a deploy:

role='AmazonSageMaker-ExecutionRole'
model_path='S3 path for model file'
framework_image='inference container arn'
tf_model = TensorFlowModel(model_data=model_path, 
                framework_version='1.15.3', 
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                role=role,  
                image_uri=framework_image)
instance_type='ml.c5.xlarge'
predictor = tf_model.deploy(instance_type=instance_type, 
                    initial_instance_count=1)

Consulte Implementación directa a partir de artefactos del modelo para obtener más información.

De esta lista, puede seleccionar un URI de Amazon ECR de imagen de Docker que se adapte a sus 
necesidades.

Para obtener más información sobre cómo construir un objeto TensorFlowModel, consulte el SDK 
de SageMaker.

Note

Su primera solicitud de inferencia puede tener una latencia alta si implementa el modelo 
en una GPU. Esto se debe a que en la primera solicitud de inferencia se crea un kernel de 
procesamiento optimizado. Le recomendamos que cree un archivo de calentamiento de las 
solicitudes de inferencia y lo almacene junto con el archivo de modelo antes de enviarlo a un 
TFX. Esto se conoce como “calentar” el modelo.

El siguiente fragmento de código muestra cómo producir el archivo de calentamiento para el ejemplo 
de clasificación de imágenes de la sección de requisitos previos:

import tensorflow as tf
from tensorflow_serving.apis import classification_pb2
from tensorflow_serving.apis import inference_pb2
from tensorflow_serving.apis import model_pb2
from tensorflow_serving.apis import predict_pb2
from tensorflow_serving.apis import prediction_log_pb2
from tensorflow_serving.apis import regression_pb2
import numpy as np

with tf.python_io.TFRecordWriter("tf_serving_warmup_requests") as writer:        
    img = np.random.uniform(0, 1, size=[224, 224, 3]).astype(np.float32) 
    img = np.expand_dims(img, axis=0) 
    test_data = np.repeat(img, 1, axis=0) 
    request = predict_pb2.PredictRequest() 
    request.model_spec.name = 'compiled_models' 
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    request.model_spec.signature_name = 'serving_default' 
    request.inputs['Placeholder:0'].CopyFrom(tf.compat.v1.make_tensor_proto(test_data, 
 shape=test_data.shape, dtype=tf.float32)) 
    log = prediction_log_pb2.PredictionLog( 
    predict_log=prediction_log_pb2.PredictLog(request=request)) 
    writer.write(log.SerializeToString())

Para obtener más información sobre cómo “calentar” su modelo, consulte la página TFX de 
TensorFlow.

Implementa un modelo compilado con Boto3

Debe cumplir la sección de  requisitos previos si el modelo se compiló con AWS SDK for Python 
(Boto3), AWS CLI o con la consola Amazon SageMaker. Siga los pasos que se indican a 
continuación para crear e implementar un modelo compilado por SageMaker Neo mediante el SDK 
de Amazon Web Services para Python (Boto3).

Temas

• Implementar el modelo

Implementar el modelo

Una vez que haya cumplido los  requisitos previos, utilice las API create_model,
create_enpoint_config y create_endpoint.

El siguiente ejemplo muestra cómo usar estas API para implementar un modelo compilado con Neo:

import boto3
client = boto3.client('sagemaker')

# create sagemaker model
create_model_api_response = client.create_model( 
                                    ModelName='my-sagemaker-model', 
                                    PrimaryContainer={ 
                                        'Image': <insert the ECR Image URI>, 
                                        'ModelDataUrl': 's3://path/to/model/artifact/
model.tar.gz', 
                                        'Environment': {} 
                                    }, 
                                    ExecutionRoleArn='ARN for AmazonSageMaker-
ExecutionRole'
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                            )

print ("create_model API response", create_model_api_response)

# create sagemaker endpoint config
create_endpoint_config_api_response = client.create_endpoint_config( 
                                            EndpointConfigName='sagemaker-neomxnet-
endpoint-configuration', 
                                            ProductionVariants=[ 
                                                { 
                                                    'VariantName': <provide your 
 variant name>, 
                                                    'ModelName': 'my-sagemaker-model', 
                                                    'InitialInstanceCount': 1, 
                                                    'InstanceType': <provide your 
 instance type here>
                                                }, 
                                            ] 
                                       )

print ("create_endpoint_config API response", create_endpoint_config_api_response)

# create sagemaker endpoint
create_endpoint_api_response = client.create_endpoint( 
                                    EndpointName='provide your endpoint name', 
                                    EndpointConfigName=<insert your endpoint config 
 name>, 
                                )

print ("create_endpoint API response", create_endpoint_api_response)             

Note

Las políticas AmazonSageMakerFullAccess y AmazonS3ReadOnlyAccess deben 
asociarse al rol de IAM AmazonSageMaker-ExecutionRole.

Para ver la sintaxis completa de las API create_model, create_endpoint_config y
create_endpoint, consulte create_model, create_endpoint_config y create_endpoint, 
respectivamente.

Si no entrenó el modelo con SageMaker, especifique las siguientes variables de entorno:
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MXNet and PyTorch

"Environment": { 
    "SAGEMAKER_PROGRAM": "inference.py", 
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code", 
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
    "SAGEMAKER_REGION": "insert your region", 
    "MMS_DEFAULT_RESPONSE_TIMEOUT": "500"
}

TensorFlow

"Environment": { 
    "SAGEMAKER_PROGRAM": "inference.py", 
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code", 
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
    "SAGEMAKER_REGION": "insert your region"
}

Si entrenó el modelo con SageMaker, especifique la variable de entorno
SAGEMAKER_SUBMIT_DIRECTORY como el URI completo del bucket de Amazon S3 que contiene el 
script de entrenamiento.

Implementar un modelo compilado con AWS CLI

Debe cumplir la sección de  requisitos previos si el modelo se compiló con AWS SDK for Python 
(Boto3), AWS CLI o con la consola Amazon SageMaker. Siga los pasos que se indican a 
continuación para crear e implementar un modelo compilado por Sagemaker NEO mediante AWS 
CLI.

Temas

• Implementar el modelo

Implementar el modelo

Una vez que haya cumplido los  requisitos previos, utilice los comandos create-model, create-
enpoint-config y create-endpoint AWS CLI. Los siguientes pasos muestran cómo usar estos 
comandos para implementar un modelo compilado con Neo:
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Creación de un modelo

En Imágenes de contenedor de inferencias de Neo, seleccione el URI de la imagen de inferencia y, a 
continuación, utilice la API create-model para crear un modelo de SageMaker. Para hacerlo, siga 
estos pasos:

1. Cree un archivo create_model.json. En el archivo, especifique el nombre del modelo, el URI 
de la imagen, la ruta al archivo model.tar.gz en su bucket de Amazon S3 y su rol de ejecución 
de SageMaker:

{ 
    "ModelName": "insert model name", 
    "PrimaryContainer": { 
        "Image": "insert the ECR Image URI", 
        "ModelDataUrl": "insert S3 archive URL", 
        "Environment": {"See details below"} 
    }, 
    "ExecutionRoleArn": "ARN for AmazonSageMaker-ExecutionRole"
}

Si entrenó el modelo con SageMaker, especifique la siguiente variable de entorno:

"Environment": { 
    "SAGEMAKER_SUBMIT_DIRECTORY" : "[Full S3 path for *.tar.gz file containing the 
 training script]"
}

Si no entrenó el modelo con SageMaker, especifique las siguientes variables de entorno:

MXNet and PyTorch

"Environment": { 
    "SAGEMAKER_PROGRAM": "inference.py", 
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code", 
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
    "SAGEMAKER_REGION": "insert your region", 
    "MMS_DEFAULT_RESPONSE_TIMEOUT": "500"
}
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TensorFlow

"Environment": { 
    "SAGEMAKER_PROGRAM": "inference.py", 
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code", 
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
    "SAGEMAKER_REGION": "insert your region"
}

Note

Las políticas AmazonSageMakerFullAccess y AmazonS3ReadOnlyAccess deben 
asociarse al rol de IAM AmazonSageMaker-ExecutionRole.

2. Ejecute el siguiente comando:

aws sagemaker create-model --cli-input-json file://create_model.json

Para informarse de la sintaxis completa de la API de create-model, consulte create-model.

Creación de una configuración de punto de conexión

Tras crear un modelo de SageMaker, cree la configuración del punto de conexión mediante la 
API create-endpoint-config. Para ello, cree un archivo JSON con las especificaciones de 
configuración de su punto de conexión. Por ejemplo, puede usar la siguiente plantilla de código y 
guardarla como create_config.json:

{ 
    "EndpointConfigName": "<provide your endpoint config name>", 
    "ProductionVariants": [ 
        { 
            "VariantName": "<provide your variant name>", 
            "ModelName": "my-sagemaker-model", 
            "InitialInstanceCount": 1, 
            "InstanceType": "<provide your instance type here>", 
            "InitialVariantWeight": 1.0 
        } 
    ]
}
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Ejecute el siguiente comando AWS CLI para crear la configuración de punto de conexión:

aws sagemaker create-endpoint-config --cli-input-json file://create_config.json

Para informarse de la sintaxis completa de la API de create-endpoint-config, consulte
create-endpoint-config.

Creación de un punto de conexión

Una vez que haya creado la configuración de su punto de conexión, cree un punto de conexión 
mediante la API create-endpoint:

aws sagemaker create-endpoint --endpoint-name '<provide your endpoint name>' --
endpoint-config-name '<insert your endpoint config name>'

Para informarse de la sintaxis completa de la API de create-endpoint, consulte create-
endpoint.

Implementar un modelo compilado con la Consola

Debe cumplir la sección de  requisitos previos si el modelo se compiló con AWS SDK for Python 
(Boto3), AWS CLI o la consola Amazon SageMaker. Siga los pasos que se indican a continuación 
para crear e implementar un modelo compilado por SageMaker NEO mediante la consola 
SageMakerhttps://console.aws.amazon.com/ SageMaker.

Temas

• Implementar el modelo

Implementar el modelo

Una vez que haya cumplido los  requisitos previos, siga los siguientes pasos para implementar un 
modelo compilado con Neo:

1. Elija Modelos y, a continuación, seleccione Crear modelos en el grupo Inferencia. En la página
Crear modelo, cumplimente los campos Nombre del modelo, Rol de IAM y, si es preciso, VPC
(opcional).
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2. Para agregar información sobre el contenedor utilizado para implementar el modelo, seleccione
Agregar contenedor y haga clic en Siguiente. Complete los campos Opciones de entrada del 
contenedor, Ubicación de la imagen del código de inferencia y Ubicación de los artefactos del 
modelo; opcionalmente, también puede completar los campos Nombre del host contenedor y
Variables de entorno.
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3. Para implementar modelos compilados por Neo, elija las opciones siguientes:

• Opciones de entrada del contenedor: seleccione Proporcionar artefactos de modelo e 
imágenes de inferencia.

• Ubicación de la imagen del código de inferencia: elija el URI de la imagen de inferencia de
Imágenes de contenedor de inferencias de Neo, según la AWS región y el tipo de aplicación.

• Ubicación de los artefactos del modelo: introduzca el URI del bucket de S3 del artefacto del 
modelo compilado generado por la API de compilación de Neo.

• Variables de entorno:
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• Deje este campo en blanco para Sagemaker XGBoost.

• Si entrenó el modelo con SageMaker, especifique la variable de entorno
SAGEMAKER_SUBMIT_DIRECTORY como el URI del bucket de Amazon S3 que contiene el 
script de entrenamiento.

• Si no entrenó el modelo con SageMaker, especifique las siguientes variables de entorno:

Clave Valores para MXNet y 
PyTorch

Valores TensorFlow

SAGEMAKER_PROGRAM inference.py inference.py

SAGEMAKER_SUBMIT_D 
IRECTORY

/opt/ml/model/code /opt/ml/model/code

SAGEMAKER_CONTAINE 
R_LOG_LEVEL

20 20

SAGEMAKER_REGION <su región> <su región>

MMS_DEFAULT_RESPON 
SE_TIMEOUT

500 Deje este campo en blanco 
para TF

4. Confirme que la información para los contenedores es precisa y, a continuación, seleccione
Crear modelo. En la página de inicio para crear un modelo, elija Crear punto de conexión.
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5. En el diagrama Crear y configurar punto de enlace, especifique el Nombre del punto de enlace. 
Para Asociar configuración de punto de conexión, seleccione Crear una nueva configuración de 
punto de conexión.

6. En la página Nueva configuración del punto de conexión, especifique el Nombre de 
configuración de punto de conexión.
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7. Seleccione Editar junto al nombre del modelo y especifique el Tipo de instancia correcto en 
la página Editar variante de producción. Es imprescindible que el valor del Tipo de instancia
coincida con el valor especificado en el trabajo de compilación.
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8. Seleccione Save.

9. En la página de Configuración de nuevo punto de conexión, elija Crear configuración de punto 
de conexión y, a continuación, elija Crear punto de conexión.

Solicitud de inferencias desde un servicio implementado

Si ha seguido instrucciones indicadas en Implementación de un modelo, debe disponer de un punto 
de conexión de SageMaker configurado y en funcionamiento. Independientemente de cómo haya 
implementado su modelo compilado por Neo, hay tres formas de enviar solicitudes de inferencia:

Temas

• Solicitud de inferencias desde un servicio implementado (SDK de Amazon SageMaker)

• Solicitud de inferencias desde un servicio implementado (Boto3)

• Solicitud de inferencias desde un servicio implementado (CLI AWS)

Solicitud de inferencias desde un servicio implementado (SDK de Amazon SageMaker)

Utilice los siguientes ejemplos de código para solicitar inferencias del servicio implementado en 
función del marco que haya utilizado para formar su modelo. Los ejemplos de código para los 
distintos marcos son similares. La principal diferencia es que TensorFlow requiere application/
json como tipo de contenido.
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PyTorch y MXNet

Si utiliza PyTorch v1.4 o posterior o MXNet 1.7.0 o posterior y tiene un punto de conexión Amazon 
SageMaker InService, puede realizar solicitudes de inferencia mediante el paquete del SDK de 
SageMaker para Python predictor.

Note

La API varía en función de la versión del SDK de Sagemaker para Python:

• Para la versión 1.x, utilice la API RealTimePredictor y Predict.

• Para la versión 2.x, utilice la API Predictor y Predict.

En el siguiente ejemplo de código se muestra cómo utilizar estas API para enviar una imagen a modo 
de inferencia:

SageMaker Python SDK v1.x

from sagemaker.predictor import RealTimePredictor

endpoint = 'insert name of your endpoint here'

# Read image into memory
payload = None
with open("image.jpg", 'rb') as f: 
    payload = f.read()

predictor = RealTimePredictor(endpoint=endpoint, content_type='application/x-image')
inference_response = predictor.predict(data=payload)
print (inference_response)

SageMaker Python SDK v2.x

from sagemaker.predictor import Predictor

endpoint = 'insert name of your endpoint here'

# Read image into memory
payload = None
with open("image.jpg", 'rb') as f: 
    payload = f.read() 
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predictor = Predictor(endpoint)
inference_response = predictor.predict(data=payload)
print (inference_response)

TensorFlow

En el siguiente ejemplo de código se muestra cómo utilizar estas la API del SDK de SageMaker 
Python para enviar una imagen a modo de inferencia:

from sagemaker.predictor import Predictor
from PIL import Image
import numpy as np
import json

endpoint = 'insert the name of your endpoint here'

# Read image into memory
image = Image.open(input_file)
batch_size = 1
image = np.asarray(image.resize((224, 224)))
image = image / 128 - 1
image = np.concatenate([image[np.newaxis, :, :]] * batch_size)
body = json.dumps({"instances": image.tolist()}) 
     
predictor = Predictor(endpoint)
inference_response = predictor.predict(data=body)
print(inference_response)

Solicitud de inferencias desde un servicio implementado (Boto3)

Puede enviar solicitudes de inferencia mediante el cliente de SageMaker SDK for Python (Boto3) y la 
API invoke_endpoint() una vez que tenga un punto de conexión de SageMaker InService. En 
el siguiente ejemplo de código se muestra cómo enviar una imagen a modo de inferencia:

PyTorch and MXNet

import boto3

import json 
  
endpoint = 'insert name of your endpoint here'
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runtime = boto3.Session().client('sagemaker-runtime') 
  
# Read image into memory
with open(image, 'rb') as f: 
    payload = f.read()
# Send image via InvokeEndpoint API
response = runtime.invoke_endpoint(EndpointName=endpoint, ContentType='application/
x-image', Body=payload)

# Unpack response
result = json.loads(response['Body'].read().decode())

TensorFlow

Para TensorFlow, envíe una entrada para el tipo de contenido application/json.

from PIL import Image
import numpy as np
import json
import boto3

client = boto3.client('sagemaker-runtime')  
input_file = 'path/to/image'
image = Image.open(input_file)
batch_size = 1
image = np.asarray(image.resize((224, 224)))
image = image / 128 - 1
image = np.concatenate([image[np.newaxis, :, :]] * batch_size)
body = json.dumps({"instances": image.tolist()})
ioc_predictor_endpoint_name = 'insert name of your endpoint here'
content_type = 'application/json'    
ioc_response = client.invoke_endpoint( 
    EndpointName=ioc_predictor_endpoint_name, 
    Body=body, 
    ContentType=content_type 
 )

XGBoost

Para una aplicación XGBoost, debe enviar un texto CSV en su lugar:

import boto3

Instancias en la nube 4824



Amazon SageMaker Guía para desarrolladores

import json 
  
endpoint = 'insert your endpoint name here'
 
runtime = boto3.Session().client('sagemaker-runtime') 
  
csv_text = '1,-1.0,1.0,1.5,2.6'
# Send CSV text via InvokeEndpoint API
response = runtime.invoke_endpoint(EndpointName=endpoint, ContentType='text/csv', 
 Body=csv_text)
# Unpack response
result = json.loads(response['Body'].read().decode())

Tenga en cuenta que BYOM permite el uso de un tipo de contenido personalizado. Para obtener más 
información, consulte runtime_InvokeEndpoint.

Solicitud de inferencias desde un servicio implementado (CLI AWS)

Las solicitudes de inferencia se pueden realizar con sagemaker-runtime invoke-endpoint una 
vez que tenga un punto de conexión de Amazon SagemakerInService. Puede realizar solicitudes 
de inferencia con AWS Command Line Interface (AWS CLI). En el siguiente ejemplo se muestra 
cómo enviar una imagen a modo de inferencia:

aws sagemaker-runtime invoke-endpoint --endpoint-name 'insert name of your endpoint 
 here' --body fileb://image.jpg --content-type=application/x-image output_file.txt

Si la inferencia se realizó correctamente, se crea un output_file.txt con información sobre sus 
solicitudes de inferencia.

Para TensorFlow, envíe una entrada con application/json como tipo de contenido.

aws sagemaker-runtime invoke-endpoint --endpoint-name 'insert name of your endpoint 
 here' --body fileb://input.json --content-type=application/json output_file.txt

Imágenes de contenedor de inferencias

Sagemaker Neo ahora proporciona información de URI de imágenes de inferencias para objetivos
ml_*. Para obtener más información, consulte DescribeCompilationJob.

Según su caso de uso, sustituya la parte resaltada de la plantilla URI de la imagen de inferencia que 
se proporciona a continuación por los valores adecuados.
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Amazon SageMaker XG Boost

aws_account_id.dkr.ecr.aws_region.amazonaws.com/xgboost-neo:latest

Sustituya aws_account_id de la tabla al final de esta página en función de la aws_region que 
haya utilizado.

Keras

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-keras:fx_version-
instance_type-py3

Sustituya aws_account_id de la tabla al final de esta página en función de la aws_region que 
haya utilizado.

Sustituya fx_version por 2.2.4.

Sustituya instance_type por cpu o gpu.

MXNet

CPU or GPU instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-inference-
mxnet:fx_version-instance_type-py3

Sustituya aws_account_id de la tabla al final de esta página en función de la aws_region que 
haya utilizado.

Sustituya fx_version por 1.8.0.

Sustituya instance_type por cpu o gpu.

Inferentia1

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-
mxnet:fx_version-instance_type-py3

Sustituya aws_region por us-east-1 o us-west-2.

Sustituya aws_account_id de la tabla al final de esta página en función de la aws_region que 
haya utilizado.
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Sustituya fx_version por 1.5.1.

Sustituya instance_type por inf.

ONNX

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-onnx:fx_version-
instance_type-py3

Sustituya aws_account_id de la tabla al final de esta página en función de la aws_region que 
haya utilizado.

Sustituya fx_version por 1.5.0.

Sustituya instance_type por cpu o gpu.

PyTorch

CPU or GPU instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-inference-
pytorch:fx_version-instance_type-py3

Sustituya aws_account_id de la tabla al final de esta página en función de la aws_region que 
haya utilizado.

Sustituya fx_version por 1.4, 1.5, 1.6, 1.7, 1.8, 1.12, 1.13 o 2.0.

Sustituya instance_type por cpu o gpu.

Inferentia1

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-
pytorch:fx_version-instance_type-py3

Sustituya aws_region por us-east-1 o us-west-2.

Sustituya aws_account_id de la tabla al final de esta página en función de la aws_region que 
haya utilizado.

Sustituya fx_version por 1.5.1.
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Sustituya instance_type por inf.

Inferentia2 and Trainium1

763104351884.dkr.ecr.aws_region.amazonaws.com/pytorch-inference-neuronx:1.13.1-
neuronx-py38-sdk2.10.0-ubuntu20.04

Sustituya aws_region por us-east-2 para Inferentia2 y por us-east-1 pata Trainium1.

TensorFlow

CPU or GPU instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-inference-
tensorflow:fx_version-instance_type-py3

Sustituya aws_account_id de la tabla al final de esta página en función de la aws_region que 
haya utilizado.

Sustituya fx_version por 1.15.3 o 2.9.

Sustituya instance_type por cpu o gpu.

Inferentia1

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-
tensorflow:fx_version-instance_type-py3

Sustituya aws_account_id de la tabla al final de esta página en función de la aws_region que 
haya utilizado. Tenga en cuenta que para el tipo de instancia inf solo us-east-1 y us-west-2
son compatibles.

Sustituya fx_version por 1.15.0

Sustituya instance_type por inf.

Inferentia2 and Trainium1

763104351884.dkr.ecr.aws_region.amazonaws.com/tensorflow-inference-neuronx:2.10.1-
neuronx-py38-sdk2.10.0-ubuntu20.04

Sustituya aws_region por us-east-2 para Inferentia2 y por us-east-1 pata Trainium1.
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La siguiente tabla mapea aws_account_id con aws_region. Utilice esta tabla para encontrar el 
URI de imagen de inferencia correcto que necesita para su aplicación.

aws_account_id aws_region

785573368785 us-east-1

007439368137 us-east-2

710691900526 us-west-1

301217895009 us-west-2

802834080501 eu-west-1

205493899709 eu-west-2

254080097072 eu-west-3

601324751636 eu-north-1

966458181534 eu-south-1

746233611703 eu-central-1

110948597952 ap-east-1

763008648453 ap-south-1

941853720454 ap-northeast-1

151534178276 ap-northeast-2

925152966179 ap-northeast-3

324986816169 ap-southeast-1

355873309152 ap-southeast-2

474822919863 cn-northwest-1

472730292857 cn-north-1
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aws_account_id aws_region

756306329178 sa-east-1

464438896020 ca-central-1

836785723513 me-south-1

774647643957 af-south-1

275950707576 il-central-1

Dispositivos periféricos

Amazon SageMaker Neo admite marcos de machine learning de uso generalizado. Puede 
implementar sus dispositivos periféricos compilados en NEO, como Raspberry Pi 3, Sitara de Texas 
Instruments o Jetson TX1, entre otros. Para obtener una lista completa de los marcos y dispositivos 
periféricos compatibles, consulte Marcos, dispositivos, sistemas y arquitecturas compatibles.

Debe configurar el dispositivo periférico para que pueda utilizar servicios AWS. Una forma de hacerlo 
consiste en instalar DLR y Boto3 en su dispositivo. Para ello, debe configurar las credenciales 
de autenticación. Consulte Configuración de Boto3 AWS para obtener más información. Una vez 
compilado el modelo y configurado el dispositivo periférico, puede descargar el modelo de Amazon 
S3 a su dispositivo periférico. Desde allí, puede usar Tiempo de ejecución de aprendizaje profundo 
(DLR) para leer el modelo compilado y hacer inferencias.

Para los usuarios primerizos, le recomendamos que consulte la guía de Introducción. Esta guía 
explica cómo configurar las credenciales, compilar un modelo, implementar el modelo en Raspberry 
Pi 3 y hacer inferencias en imágenes.

Temas

• Marcos, dispositivos, sistemas y arquitecturas compatibles

• Implementación de modelos

• Introducción a Neo en dispositivos periféricos
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Marcos, dispositivos, sistemas y arquitecturas compatibles

Amazon SageMaker Neo es compatible con los marcos de machine learning, dispositivos periféricos, 
sistemas operativos y arquitecturas de chips más comunes. Descubra si Neo es compatible con su 
estructura, dispositivo periférico, sistema operativo y arquitectura de chip seleccionando uno de los 
temas siguientes.

Encontrará una lista de los modelos que el equipo de Amazon SageMaker Neo ha probado en la 
sección Modelos probados.

Note

• Los dispositivos Ambarella requieren que se incluyan archivos adicionales en el archivo 
TAR comprimido antes de enviarlo para su compilación. Para obtener más información, 
consulte Solución de errores de Ambarella.

• Se requiere TIM-VX (libtim-vx.so) para i.MX 8M Plus. Para obtener información sobre cómo 
compilar TIM-VX, consulte el repositorio de TIM-VX en GitHub.

Temas

• Marcos admitidos

• Marcos, dispositivos, sistemas y arquitecturas compatibles

• Modelos probados

Marcos admitidos

Amazon SageMaker Neo es compatible con los siguientes marcos.

Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquet 
ados en 
*.tar.gz)

Kits de 
herramientas

MXNet 1.8 Compatibl 
e con 1.8 o 

Clasificación 
de imágenes, 
detección 

Un archivo 
de símbolos 
(.json) y un 

GluonCV 
v0.8.0
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Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquet 
ados en 
*.tar.gz)

Kits de 
herramientas

versiones 
anteriores

de objetos, 
segmentac 
ión semántica 
, estimació 
n de poses, 
reconocim 
iento de 
actividades

archivo de 
parámetros 
(.params)

ONNX 1.7 Compatibl 
e con 1.7 o 
versiones 
anteriores

Clasificación 
de imágenes, 
SVM

Un archivo 
de modelos 
(.onnx)

 

Keras 2.2 Compatibl 
e con 2.2 o 
versiones 
anteriores

Clasificación 
de imágenes

Un archivo de 
definición de 
modelo (.h5)

 

PyTorch 1.7, 1.8 Compatible 
con 1.7, 1.8 
o versiones 
anteriores

Clasificación 
de imágenes, 
detección de 
objetos

Un archivo de 
definición de 
modelo (.pth)
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Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquet 
ados en 
*.tar.gz)

Kits de 
herramientas

TensorFlow 1.15, 2.4, 2.5 
(solo para 
instancias 
ml.inf1.*)

Compatible 
con 1.15, 2.4, 
2.5 (solo para 
instancias 
ml.inf1.*) o 
versiones 
anteriores

Clasificación 
de imágenes, 
detección de 
objetos

*En el caso 
de los 
modelos 
guardados 
, un 
archivo .pb 
o .pbtxt y un 
directorio 
de variables 
que contiene 
variables. 
*En el caso 
de modelos 
congelado 
s, solo un 
archivo .pb 
o .pbtxt

 

TensorFlow-
LITE

1.15 Compatibl 
e con 1.15 
o versiones 
anteriores

Clasificación 
de imágenes, 
detección de 
objetos

Un archivo de 
búfer plano 
de definició 
n de modelo 
(.tflite)
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Plataforma Versión de 
marco

Versión del 
modelo

Modelos Formatos 
de modelo 
(empaquet 
ados en 
*.tar.gz)

Kits de 
herramientas

XGBoost 1.3 Compatibl 
e con 1.3 o 
versiones 
anteriores

Árboles de 
decisión

Un archivo 
de modelo 
de XGBoost 
(.model) en 
el que el 
número de 
nodos de 
un árbol es 
inferior a 
2^31

 

DARKNET     Clasificación 
de imágenes, 
detección 
de objetos 
(el modelo 
Yolo no es 
compatible)

Un archivo 
de configura 
ción (.cfg) y 
un archivo 
de pesos 
(.weights)

 

Marcos, dispositivos, sistemas y arquitecturas compatibles

Amazon SageMaker Neo es compatible con los siguientes dispositivos, arquitecturas de chips y 
sistemas operativos.

Dispositivos

Puede seleccionar un dispositivo mediante la lista desplegable de la consola de Amazon 
SageMaker o especificándolo el TargetDevice en la configuración de salida de la API
CreateCompilationJob.

Puede elegir uno de los siguientes dispositivos periféricos:
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Lista de 
dispositivos

Sistema en 
un chip (SoC)

Sistema 
operativo

Arquitectura Acelerador Opciones de 
compilación 
de ejemplo

aisage   Linux ARM64 Mali  

amba_cv2 CV2 Arch Linux ARM64 cvflow  

amba_cv22 CV22 Arch Linux ARM64 cvflow  

amba_cv25 CV25 Arch Linux ARM64 cvflow  

coreml   iOS, macOS     {"class_l 
abels": 
"imagenet 
_labels_1 
000.txt"}

imx8qm Mx8 de NXP Linux ARM64    

imx8mplus i.MX 8M Plus Linux ARM64 NPU  

jacinto_t 
da4vm

TDA4VM Linux ARM TDA4VM  

jetson_nano   Linux ARM64 NVIDIA {'gpu-
code': 
'sm_53', 
'trt-
ver': 
'5.0.6', 
'cuda-
ver': 
'10.0'}

Para
TensorFlo 
w2 ,
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Lista de 
dispositivos

Sistema en 
un chip (SoC)

Sistema 
operativo

Arquitectura Acelerador Opciones de 
compilación 
de ejemplo

{'JETPACK 
_VERSION' 
: '4.6', 
'gpu_code 
': 
'sm_72'}

jetson_tx1   Linux ARM64 NVIDIA {'gpu-
code': 
'sm_53', 
'trt-
ver': 
'6.0.1', 
'cuda-
ver': 
'10.0'}

jetson_tx2   Linux ARM64 NVIDIA {'gpu-
code': 
'sm_62', 
'trt-
ver': 
'6.0.1', 
'cuda-
ver': 
'10.0'}
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Lista de 
dispositivos

Sistema en 
un chip (SoC)

Sistema 
operativo

Arquitectura Acelerador Opciones de 
compilación 
de ejemplo

jetson_xavier   Linux ARM64 NVIDIA {'gpu-
code': 
'sm_72', 
'trt-
ver': 
'5.1.6', 
'cuda-
ver': 
'10.0'}

qcs605   Android ARM64 Mali {'ANDROID 
_PLATFORM 
': 27}

qcs603   Android ARM64 Mali {'ANDROID 
_PLATFORM 
': 27}

rasp3b ARM A56 Linux ARM_EABIH 
F

  {'mattr': 
['+neon'] 
}

rasp4b ARM A72        

rk3288   Linux ARM_EABIH 
F

Mali  

rk3399   Linux ARM64 Mali  

sbe_c   Linux x86_64   {'mcpu': 
'core-avx 
2'}
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Lista de 
dispositivos

Sistema en 
un chip (SoC)

Sistema 
operativo

Arquitectura Acelerador Opciones de 
compilación 
de ejemplo

sitara_am57x AM57X Linux ARM64 EVE y/o 
C66x DSP

 

x86_win32   Windows 10 X86_32    

x86_win64   Windows 10 X86_32    

Para obtener más información sobre las opciones del compilador clave-valor JSON para cada 
dispositivo de destino, consulte el campo CompilerOptions del tipo de datos de la  API
OutputConfig.

Arquitecturas de sistemas y chips

Las siguientes tablas de consulta proporcionan información sobre los sistemas operativos y las 
arquitecturas disponibles para los trabajos de compilación de modelos Neo.

Linux

  X86_64 X86 ARM64 ARM_EABIH 
F

ARM_EABI

Sin 
acelerador 
(CPU)

X   X X X

GPU Nvidia X   X    

Intel_Gra 
phics

X        

ARM Mali     X X X
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Android

  X86_64 X86 ARM64 ARM_EABIH 
F

ARM_EABI

Sin 
acelerador 
(CPU)

X X X   X

GPU Nvidia          

Intel_Gra 
phics

X X      

ARM Mali     X   X

Windows

  X86_64 X86 ARM64 ARM_EABIH 
F

ARM_EABI

Sin 
acelerador 
(CPU)

X X      

Modelos probados

Las siguientes secciones plegables proporcionan información sobre los modelos de machine learning 
que probó el equipo de Amazon SageMaker Neo. Amplíe la sección plegable en función de su 
estructura para comprobar si se ha probado un modelo.

Note

Esta no es una lista exhaustiva de los modelos que se pueden compilar con Neo.
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Consulte Marcos admitidos y Operadores compatibles con SageMaker Neo para averiguar si puede 
compilar su modelo con SageMaker Neo.

DarkNet

ModelosARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

AlexNet

Resnet 
50

X X X X X X X

YoLoV2 X X X X X

YoloV2_Ti 
ny

X X X X X X X

Yolov3_41 
6

X X X X X

Yolov3_Ti 
ny

X X X X X X X

MXNet

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

AlexNet X

Densenet 
121

X

Densenet 
201

X X X X X X X X

Google 
Net

X X X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

Inception 
v3

X X X X X

MobileNet 
0.75

X X X X X X

MobileNet 
1.0

X X X X X X X

MobileNet 
V2_0.5

X X X X X X

MobileNet 
V2_1.0

X X X X X X X X X

MobileNet 
V3_Large

X X X X X X X X X

MobileNet 
V3_Small

X X X X X X X X X

Resest 
50

X X X X

ResNet18_ 
v1

X X X X X X X

ResNet18_ 
v2

X X X X X X

ResNet50_ 
v1

X X X X X X X X

ResNet50_ 
v2

X X X X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

Resnext 
101_32x4D

Resnext50 
_32x4D

X X X X X X

Senet_154 X X X X X

SE_Resnex 
t50_32x4D

X X X X X X X

SqueezeNe 
t 1.0

X X X X X X X

SqueezeNe 
t 1.1

X X X X X X X X

VGG11 X X X X X X X

Xception X X X X X X X X

darknet53X X X X X X X

resnet18_ 
v1b_0.89

X X X X X X

resnet50_ 
v1d_0.11

X X X X X X

resnet50_ 
v1d_0.86

X X X X X X X X

ssd_512_m 
obilenet1 
.0_coco

X X X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

ssd_512_m 
obilenet1 
.0_voc

X X X X X X X

ssd_resne 
t50_v1

X X X X X X

yolo3_dar 
knet53_co 
co

X X X X X

yolo3_mob 
ilenet1.0 
_coco

X X X X X X X

deeplab_r 
esnet50

X

Keras

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

densenet 
121

X X X X X X X X

densenet 
201

X X X X X X X

inception 
_v3

X X X X X X X

mobilenet 
_v1

X X X X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

mobilenet 
_v2

X X X X X X X X

resnet152 
_v1

X X X

resnet152 
_v2

X X X

resnet50_ 
v1

X X X X X X X

resnet50_ 
v2

X X X X X X X X

vgg16 X X X X X

ONNX

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

AlexNet X

mobilenet 
v2-1.0

X X X X X X X X

resnet 
18 
contra 
1

X X X X

resnet18 
v2

X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

resnet50 
v1

X X X X X X

resnet50 
v2

X X X X X X

resnet 
152 v1

X X X X

resnet 
152 v2

X X X X

squeezene 
t 1.1

X X X X X X X

vgg19 X X

PyTorch (FP32)

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Ambarella 
CV25

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

densenet 
121

X X X X X X X X X

inception 
_v3

X X X X X X

resnet152 X X X X

resnet18 X X X X X X

resnet50 X X X X X X X X

squeezene 
t 1.0

X X X X X X

Dispositivos periféricos 4845



Amazon SageMaker Guía para desarrolladores

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Ambarella 
CV25

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

squeezene 
t 1.1

X X X X X X X X X

yolov4 X X

yolov5 X X X

fasterrcn 
n_resnet5 
0_fpn

X X

maskrcnn_ 
resnet50_ 
fpn

X X

TensorFlow

TensorFlow

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Ambarella 
CV25

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

densenet 
201

X X X X X X X X X

inception 
_v3

X X X X X X X X

mobilenet 
100_v1

X X X X X X X

mobilenet 
100_v2.0

X X X X X X X X

Dispositivos periféricos 4846



Amazon SageMaker Guía para desarrolladores

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Ambarella 
CV25

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

mobilenet 
130_v2

X X X X X X

mobilenet 
140_v2

X X X X X X X X

resnet50_ 
v1.5

X X X X X X X

resnet50_ 
v2

X X X X X X X X X

SqueezeNe 
t

X X X X X X X X X

mask_rcnn 
_inceptio 
n_resnet_ 
v2

X

ssd_mobil 
enet_v2

X X

faster_rc 
nn_resnet 
50_lowpro 
posals

X

rfcn_resn 
et101

X
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TensorFlow.Keras

Modelos ARM V8 ARM 
Mali

Ambarella 
CV22

Nvidia Panorama A 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

DenseNet 
121

X X X X X X X

Densenet 
201

X X X X X X

Inception 
v3

X X X X X X X

MobileNet X X X X X X X

MobileNet 
V2

X X X X X X X

NASNetLar 
ge

X X X X

NASNetMob 
ile

X X X X X X X

ResNet101 X X X X

ResNet 
101 v2

X X X X

ResNet 
152

X X X

Resnet 
152 v2

X X X

ResNet50 X X X X X X

ResNet 
50 v2

X X X X X X X
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Modelos ARM V8 ARM 
Mali

Ambarella 
CV22

Nvidia Panorama A 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

VGG16 X X X X

Xception X X X X X X X

TensorFlow-LITE

TensorFlow-Lite (FP32)

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

densenet_ 
2018_04_2 
7

X X X X X

inception 
_resnet_v 
2_2018_04 
_27

X X X X

inception 
_v3_2018_ 
04_27

X X X X X

inception 
_v4_2018_ 
04_27

X X X X X

mnasnet_0 
.5_224_09 
_07_2018

X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

mnasnet_1 
.0_224_09 
_07_2018

X X X X X

mnasnet_1 
.3_224_09 
_07_2018

X X X X X

mobilenet 
_v1_0.25_ 
128

X X X X X X

mobilenet 
_v1_0.25_ 
224

X X X X X X

mobilenet 
_v1_0.5_1 
28

X X X X X X

mobilenet 
_v1_0.5_2 
24

X X X X X X

mobilenet 
_v1_0.75_ 
128

X X X X X X

mobilenet 
_v1_0.75_ 
224

X X X X X X

mobilenet 
_v1_1.0_1 
28

X X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

mobilenet 
_v1_1.0_1 
92

X X X X X X

mobilenet 
_v2_1.0_2 
24

X X X X X X

resnet_v2 
_101

X X X X

squeezene 
t_2018_04 
_27

X X X X X

TensorFlow-Lite (INT8)

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

inception 
_v1

X X

inception 
_v2

X X

inception 
_v3

X X X X X

inception 
_v4_299

X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

mobilenet 
_v1_0.25_ 
128

X X X X

mobilenet 
_v1_0.25_ 
224

X X X X

mobilenet 
_v1_0.5_1 
28

X X X X

mobilenet 
_v1_0.5_2 
24

X X X X

mobilenet 
_v1_0.75_ 
128

X X X X

mobilenet 
_v1_0.75_ 
224

X X X X X

mobilenet 
_v1_1.0_1 
28

X X X X

mobilenet 
_v1_1.0_2 
24

X X X X X

mobilenet 
_v2_1.0_2 
24

X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaA 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

deeplab-
v 
3_513

X

Implementación de modelos

Puede implementar el módulo de cálculo en dispositivos periféricos con recursos limitados: 
descargando el modelo compilado de Amazon S3 a su dispositivo y utilizando DLR, o puede usar IoT 
Greengrass AWS.

Antes de continuar, asegúrese de que su dispositivo periférico sea compatible con SageMaker Neo. 
Consulte Marcos, dispositivos, sistemas y arquitecturas compatibles para averiguar qué dispositivos 
periféricos lo son. Asegúrese de haber especificado el dispositivo periférico de destino al enviar el 
trabajo de compilación, consulte Uso de Neo para compilar un modelo.

Implementación de un modelo compilado (DLR)

DLR es un tiempo de ejecución compacto y común para modelos de aprendizaje profundo y modelos 
de árboles de decisiones. El DLR utiliza el tiempo de ejecución TVM, el tiempo de ejecución Treelite
y NVIDIA TensorRT™ y puede incluir otros tiempos de ejecución específicos del hardware. DLR 
proporciona API de Python/C++ unificadas para cargar y ejecutar modelos compilados en varios 
dispositivos.

Puede instalar la última versión del paquete DLR mediante el siguiente comando pip:

pip install dlr

Para instalar DLR en destinos de GPU o dispositivos periféricos que no sean x86, consulte Versiones
para ver los binarios prediseñados o Instalación de DLR para compilar DLR desde el origen. Por 
ejemplo, para instalar DLR para Raspberry Pi 3, puede usar:

pip install https://neo-ai-dlr-release.s3-us-west-2.amazonaws.com/v1.3.0/pi-armv7l-
raspbian4.14.71-glibc2_24-libstdcpp3_4/dlr-1.3.0-py3-none-any.whl
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Implementación de un modelo (IoT AWS Greengrass)

IoT AWS Greengrass extiende las capacidades de la nube a los dispositivos locales. Permite que los 
dispositivos recopilen y analicen datos más cerca del origen de la información, reaccionen de forma 
autónoma a eventos locales y se comuniquen de forma segura entre sí en las redes locales. Con IoT 
AWS Greengrass podrá realizar inferencias de machine learning en la periferia con datos generados 
localmente utilizando modelos entrenados en la nube. En la actualidad, puede implementar modelos 
en todos los dispositivos de IoT AWS Greengrass basados en procesadores de las series ARM 
Cortex-A, Intel Atom y Nvidia Jetson. Para obtener más información acerca de cómo implementar 
una aplicación de inferencia Lambda para realizar inferencias de machine learning con IoT AWS 
Greengrass, consulte  Cómo realizar la inferencia de machine learning utilizando la AWS Consola de 
administración.

Introducción a Neo en dispositivos periféricos

En esta guía para empezar a utilizar Amazon SageMaker Neo se muestra cómo compilar un modelo, 
configurar el dispositivo y hacer inferencias en el dispositivo. La mayoría de los ejemplos de código 
utilizan Boto3. Proporcionamos comandos que utilizan AWS CLI cuando corresponde, así como 
instrucciones sobre cómo cumplir los requisitos previos de Neo.

Note

Puede ejecutar los siguientes fragmentos de código en su máquina local, en un cuaderno 
de SageMaker, en SageMaker Studio o (según el dispositivo periférico) en su dispositivo 
periférico. La configuración es similar; sin embargo, hay dos excepciones principales 
si ejecuta esta guía en una instancia de cuaderno de SageMaker o en una sesión de 
SageMaker Studio:

• No es necesario instalar Boto3.

• No es necesario añadir la política de IAM ‘AmazonSageMakerFullAccess’

En esta guía se supone que está ejecutando las siguientes instrucciones en su dispositivo periférico.

Requisitos previos

1. Instalación de Boto3
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Si ejecuta estos comandos en su dispositivo periférico, debe instalar AWS SDK for Python 
(Boto3). En un entorno Python (preferiblemente un entorno virtual), ejecute lo siguiente 
localmente en el terminal de su dispositivo periférico o en una instancia de cuaderno de Jupyter:

Terminal

pip install boto3

Jupyter Notebook

!pip install boto3

2. Configuración de credenciales AWS

Debe configurar las credenciales de Amazon Web Services en su dispositivo para ejecutar SDK 
for Python (Boto3). De forma predeterminada, las credenciales AWS deben almacenarse en el 
archivo ~/.aws/credentials de su dispositivo periférico. En el archivo de credenciales, debe 
ver dos variables de entorno: aws_access_key_id y aws_secret_access_key.

En su terminal, ejecute:

$ more ~/.aws/credentials

[default]
aws_access_key_id = YOUR_ACCESS_KEY
aws_secret_access_key = YOUR_SECRET_KEY

La  Guía de referencia general AWS contiene instrucciones sobre cómo obtener las
aws_access_key_id y aws_secret_access_key necesarias. Para obtener más información 
sobre cómo configurar las credenciales en su dispositivo, consulte la documentación de Boto3.

3. Configure un rol de IAM y asocie políticas.

Neo necesita acceder al URI del bucket de S3. Para facilitar esto, cree un rol de IAM que pueda 
ejecutar SageMaker y que tenga permiso para acceder al URI de S3. Puede crear un rol de IAM 
mediante el SDK para Python (Boto3), la consola o AWS CLI. El siguiente ejemplo ilustra cómo 
crear un rol de IAM mediante SDK for Python (Boto3):

import boto3
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AWS_REGION = 'aws-region'

# Create an IAM client to interact with IAM
iam_client = boto3.client('iam', region_name=AWS_REGION)
role_name = 'role-name'

Para obtener más información sobre cómo crear un rol de IAM con la consola, AWS CLI o 
mediante la API AWS, consulte Crear un usuario de IAM en su cuenta AWS.

Cree un diccionario que describa la política de IAM que va a asociar. Esta política se utiliza para 
crear un nuevo rol de IAM.

policy = { 
    'Statement': [ 
        { 
            'Action': 'sts:AssumeRole', 
            'Effect': 'Allow', 
            'Principal': {'Service': 'sagemaker.amazonaws.com'}, 
        }],   
     'Version': '2012-10-17'
}

Cree un nuevo rol de IAM con la política que definió anteriormente:

import json  

new_role = iam_client.create_role( 
    AssumeRolePolicyDocument=json.dumps(policy), 
    Path='/', 
    RoleName=role_name
)

Necesitará saber cuál es su nombre de recurso de Amazon (ARN) cuando cree un trabajo de 
compilación en un paso posterior, así que guárdelo también en una variable.

role_arn = new_role['Role']['Arn']

Ahora que ha creado un nuevo rol, asocie los permisos que necesita para interactuar con 
Amazon SageMaker y Amazon S3:
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iam_client.attach_role_policy( 
    RoleName=role_name, 
    PolicyArn='arn:aws:iam::aws:policy/AmazonSageMakerFullAccess'
)

iam_client.attach_role_policy( 
    RoleName=role_name, 
    PolicyArn='arn:aws:iam::aws:policy/AmazonS3FullAccess'
);

4. Cree un bucket de Amazon S3 para almacenar los artefactos de sus modelos

Sagemaker Neo accederá a los artefactos de sus modelos desde Amazon S3

Boto3

# Create an S3 client
s3_client = boto3.client('s3', region_name=AWS_REGION)

# Name buckets
bucket='name-of-your-bucket'

# Check if bucket exists
if boto3.resource('s3').Bucket(bucket) not in 
 boto3.resource('s3').buckets.all(): 
    s3_client.create_bucket( 
        Bucket=bucket, 
        CreateBucketConfiguration={ 
            'LocationConstraint': AWS_REGION 
        } 
    )
else: 
    print(f'Bucket {bucket} already exists. No action needed.')

CLI

aws s3 mb s3://'name-of-your-bucket' --region specify-your-region 

# Check your bucket exists
aws s3 ls s3://'name-of-your-bucket'/

5. Formación de un modelo de machine learning
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Consulte Entrenamiento de un modelo con Amazon SageMaker para obtener más información 
sobre cómo entrenar un modelo de machine learning con Amazon SageMaker. Si lo desea, 
puede cargar su modelo formado a nivel local directamente en un bucket de URI de Amazon S3.

Note

Asegúrese de que el modelo tenga el formato correcto en función del marco que haya 
utilizado. Consulte ¿Qué formas de datos de entrada espera SageMaker Neo?

Si aún no tiene un modelo, use el comando curl para obtener una copia local del modelo
coco_ssd_mobilenet en el sitio web de TensorFlow. El modelo que acaba de copiar es 
un modelo de detección de objetos formado a partir del conjunto de datos COCO. Escribe lo 
siguiente en su cuaderno de Jupyter:

model_zip_filename = './coco_ssd_mobilenet_v1_1.0.zip'
!curl http://storage.googleapis.com/download.tensorflow.org/models/tflite/
coco_ssd_mobilenet_v1_1.0_quant_2018_06_29.zip \ 
    --output {model_zip_filename}

Tenga en cuenta que este ejemplo en particular se empaquetó en un archivo .zip. Descomprima 
este archivo y vuelva a empaquetarlo como un archivo tar comprimido (.tar.gz) antes de 
usarlo en pasos posteriores. Escribe lo siguiente en su cuaderno de Jupyter:

# Extract model from zip file
!unzip -u {model_zip_filename}

model_filename = 'detect.tflite'
model_name = model_filename.split('.')[0]

# Compress model into .tar.gz so SageMaker Neo can use it
model_tar = model_name + '.tar.gz'
!tar -czf {model_tar} {model_filename}

6. Cargue el modelo formado en un bucket de S3

Una vez que tenga un modelo de machine learning, guárdelo en un bucket de Amazon S3.
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Boto3

# Upload model         
s3_client.upload_file(Filename=model_filename, Bucket=bucket, 
 Key=model_filename)

CLI

Reemplace your-model-filename y your-S3-bucket con el nombre de su bucket de 
S3.

aws s3 cp your-model-filename s3://your-S3-bucket

Paso 1: compilar el modelo

Una vez que haya satisfecho los requisitos previos, puede compilar el modelo con Amazon 
SageMaker Neo. Puede compilar su modelo mediante, AWS CLI, la consola o el SDK de Amazon 
Web Services para Python (Boto3), consulte Uso de Neo para compilar un modelo. En este ejemplo, 
compilará su modelo con Boto3.

Para compilar un modelo, SageMaker Neo requiere la siguiente información:

1. El URI del bucket de Amazon S3 en el que guardó el modelo formado.

Si ha seguido los requisitos previos, el nombre de su bucket se almacena en una variable 
denominada bucket. En el siguiente fragmento de código, se muestra cómo enumerar todos 
sus buckets mediante AWS CLI:

aws s3 ls

Por ejemplo:

$ aws s3 ls
2020-11-02 17:08:50 bucket

2. El URI del bucket de Amazon S3 en el que desea guardar el modelo compilado.

El siguiente fragmento de código concatena el URI del bucket de Amazon S3 con el nombre de 
un directorio de salida denominado output:
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s3_output_location = f's3://{bucket}/output'

3. El marco de machine learning que haya utilizado para formar a su modelo.

Defina el marco que haya utilizado para formar a su modelo.

framework = 'framework-name'

Por ejemplo, si desea compilar un modelo que se formó con TensorFlow, podría usar tflite o
tensorflow. Utilice tflite si desea usar una versión más ligera de TensorFlow que emplee 
menos memoria de almacenamiento.

framework = 'tflite'

Para obtener una lista completa de los marcos compatibles con Neo, consulte Marcos, 
dispositivos, sistemas y arquitecturas compatibles.

4. La forma de la entrada de su modelo.

Neo requiere el nombre y la forma del tensor de entrada. El nombre y la forma se pasan como 
pares de clave-valor. value es una lista de las dimensiones enteras de un tensor de entrada y
key es el nombre exacto de un tensor de entrada en el modelo.

data_shape = '{"name": [tensor-shape]}'

Por ejemplo:

data_shape = '{"normalized_input_image_tensor":[1, 300, 300, 3]}'

Note

Asegúrese de que el modelo tenga el formato correcto en función del marco que haya 
utilizado. Consulte ¿Qué formas de datos de entrada espera SageMaker Neo? La clave 
de este diccionario debe cambiarse por el nombre del nuevo tensor de entrada.

5. El nombre del dispositivo de destino para el que se va a compilar o los datos generales de la 
plataforma de hardware
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target_device = 'target-device-name'

Por ejemplo, si desea realizar la implementación en una Raspberry Pi 3, utilice:

target_device = 'rasp3b'

Puede encontrar la lista completa de dispositivos periféricos compatibles en Marcos, 
dispositivos, sistemas y arquitecturas compatibles.

Ahora que ha completado los pasos anteriores, puede enviar un trabajo de compilación a Neo.

# Create a SageMaker client so you can submit a compilation job
sagemaker_client = boto3.client('sagemaker', region_name=AWS_REGION)

# Give your compilation job a name
compilation_job_name = 'getting-started-demo'
print(f'Compilation job for {compilation_job_name} started')

response = sagemaker_client.create_compilation_job( 
    CompilationJobName=compilation_job_name, 
    RoleArn=role_arn, 
    InputConfig={ 
        'S3Uri': s3_input_location, 
        'DataInputConfig': data_shape, 
        'Framework': framework.upper() 
    }, 
    OutputConfig={ 
        'S3OutputLocation': s3_output_location, 
        'TargetDevice': target_device  
    }, 
    StoppingCondition={ 
        'MaxRuntimeInSeconds': 900 
    }
)

# Optional - Poll every 30 sec to check completion status
import time

while True: 
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    response = 
 sagemaker_client.describe_compilation_job(CompilationJobName=compilation_job_name) 
    if response['CompilationJobStatus'] == 'COMPLETED': 
        break 
    elif response['CompilationJobStatus'] == 'FAILED': 
        raise RuntimeError('Compilation failed') 
    print('Compiling ...') 
    time.sleep(30)
print('Done!')

Si desea información adicional para la depuración, incluya la siguiente declaración de impresión:

print(response)

Si el trabajo de compilación se realiza correctamente, el modelo compilado se almacena en el bucket 
de Amazon S3 de salida que haya especificado anteriormente (s3_output_location). Descargue 
su modelo compilado localmente:

object_path = f'output/{model}-{target_device}.tar.gz'
neo_compiled_model = f'compiled-{model}.tar.gz'
s3_client.download_file(bucket, object_path, neo_compiled_model)

Paso 2: configurar su dispositivo

Deberá instalar los paquetes en su dispositivo periférico para que su dispositivo pueda hacer 
inferencias. También debe instalar el núcleo de IoT AWS Greengrass o Tiempo de ejecución 
de aprendizaje profundo (DLR). En este ejemplo, instalará los paquetes necesarios para hacer 
inferencias para el algoritmo de detección de objetos coco_ssd_mobilenet y utilizará el DLR.

1. Instale paquetes adicionales

Además de Boto3, debe instalar determinadas bibliotecas en su dispositivo periférico. Las 
bibliotecas que vaya a instalar dependen de su caso de uso.

Por ejemplo, para el algoritmo de detección de objetos coco_ssd_mobilenet que descargó 
anteriormente, debe instalar NumPy para la manipulación de datos y las estadísticas, PIL para 
cargar imágenes y Matplotlib para generar gráficos. También necesita una copia de TensorFlow 
si desea evaluar el impacto de compilar con Neo en comparación con una línea base.

!pip3 install numpy pillow tensorflow matplotlib 
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2. Instalar un motor de inferencia en su dispositivo

Para ejecutar su modelo compilado en NEO, instale Tiempo de ejecución de aprendizaje 
profundo (DLR) en su dispositivo. DLR es un tiempo de ejecución compacto y común para 
modelos de aprendizaje profundo y modelos de árboles de decisiones. En los destinos de 
CPU x86_64 que ejecutan Linux, puede instalar la última versión del paquete DLR mediante el 
siguiente comando pip:

!pip install dlr

Para instalar DLR en destinos de GPU o dispositivos periféricos que no sean x86, consulte
Versiones para ver los binarios prediseñados o Instalación de DLR para compilar DLR desde el 
origen. Por ejemplo, para instalar DLR para Raspberry Pi 3, puede usar:

!pip install https://neo-ai-dlr-release.s3-us-west-2.amazonaws.com/v1.3.0/pi-
armv7l-raspbian4.14.71-glibc2_24-libstdcpp3_4/dlr-1.3.0-py3-none-any.whl

Paso 3: haga inferencias en su dispositivo

En este ejemplo, utilizará Boto3 para descargar el resultado de su trabajo de compilación en su 
dispositivo periférico. A continuación, importará el DLR, descargará un ejemplo de imágenes del 
conjunto de datos, cambiará el tamaño de esta imagen para que coincida con la entrada original del 
modelo y, a continuación, realizará una predicción.

1. Descargue el modelo compilado de Amazon S3 a su dispositivo y extráigalo del archivo tar 
comprimido.

# Download compiled model locally to edge device
object_path = f'output/{model_name}-{target_device}.tar.gz'
neo_compiled_model = f'compiled-{model_name}.tar.gz'
s3_client.download_file(bucket_name, object_path, neo_compiled_model)

# Extract model from .tar.gz so DLR can use it
!mkdir ./dlr_model # make a directory to store your model (optional)
!tar -xzvf ./compiled-detect.tar.gz --directory ./dlr_model

2. Importe el DLR y un objeto DLRModel inicializado.

import dlr
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device = 'cpu'
model = dlr.DLRModel('./dlr_model', device)

3. Descargue una imagen para inferirla y formatéela en función de cómo se formó su modelo.

En el caso del ejemplo coco_ssd_mobilenet, puede descargar una imagen del conjunto de 
datos COCO y, a continuación, reformarla a 300x300:

from PIL import Image

# Download an image for model to make a prediction
input_image_filename = './input_image.jpg'
!curl https://farm9.staticflickr.com/8325/8077197378_79efb4805e_z.jpg --output 
 {input_image_filename}

# Format image so model can make predictions
resized_image = image.resize((300, 300))

# Model is quantized, so convert the image to uint8
x = np.array(resized_image).astype('uint8')

4. Use el DLR para hacer inferencias.

Por último, puede usar el DLR para hacer una predicción sobre la imagen que acaba de 
descargar:

out = model.run(x)

Para ver más ejemplos del uso del DLR para hacer inferencias a partir de un modelo compilado por 
NEO en un dispositivo periférico, consulte el repositorio de Github sobre neo-ai-dlr.

Errores de solución de problemas

Esta sección contiene información sobre cómo comprender y evitar errores habituales, los mensajes 
de error que generan y orientación sobre cómo solucionar estos errores. Antes de continuar, hágase 
las siguientes preguntas:

¿Encontró un error antes de implementar su modelo? En caso afirmativo, consulte Solución de 
errores de compilación en Neo.
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¿Se ha producido un error después de compilar el modelo? En caso afirmativo, consulte Solución de 
problemas de errores de inferencia de Neo.

¿Se ha producido un error al intentar compilar el modelo para los dispositivos Ambarella? En caso 
afirmativo, consulte Solución de errores de Ambarella.

Tipos de clasificación de errores

En esta lista se clasifican los errores de usuario que puede recibir de Neo. Se incluyen los errores 
de acceso y de permiso, y los errores de carga para cada uno de los marcos compatibles. Todos los 
demás errores son errores del sistema.

Error de permiso del cliente

Error de permiso de cliente: Neo pasa los errores de este tipo directamente a través del servicio 
dependiente.

• Acceso denegado al llamar a sts: AssumeRole.

• Cualquier error 400 que se produce al llamar a S3 para descargar o cargar un modelo de cliente.

• Error PassRole

Error de carga

Si el compilador de Neo ha cargado correctamente .tar.gz desde Amazon S3, compruebe que tarball 
contenga los archivos necesarios para la compilación. Los criterios de comprobación son específicos 
del marco:

• TensorFlow: espera solo archivo protobuf (*.pb o *.pbtxt). Para los modelos guardados, espera una 
carpeta de variables.

• Pytorch: espere un único archivo pytorch (*.pth).

• MXNET: espera solo un archivo de símbolos (*.json) y un archivo de parámetros (*.params).

• XGBoost: espere solo un archivo de modelos XGBoost (*.model). El modelo de entrada tiene 
limitación de tamaño.

Errores de compilación

Se supone que el compilador de Neo ha cargado correctamente .tar.gz desde Amazon S3 y que 
tarball contenga los archivos necesarios para la compilación. Los criterios de comprobación son:
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• OperatorNotImplemented: no se ha implementado un operador.

• OperatorAttributeNotImplemented: el atributo del operador especificado no se ha implementado.

• OperatorAttributeRequired: se necesita un atributo para un gráfico de símbolos internos, pero no 
aparece en el gráfico de modelos de entrada de usuario.

• OperatorAttributeValueNotValid: el valor del atributo en el operador específico no es válido.

Temas

• Solución de errores de compilación de Neo

• Solucionar errores de inferencia de Neo

• Solución de errores de Ambarella

Solución de errores de compilación de Neo

Esta sección contiene información sobre cómo comprender y evitar errores habituales, los mensajes 
de error que generan y orientación sobre cómo solucionar estos errores.

Temas

• Cómo utilizar esta página

• Errores relacionados con el marco

• Errores relacionados con la infraestructura

• Compruebe su registro de compilación

Cómo utilizar esta página

Intente resolver el error siguiendo estas secciones en el orden siguiente:

1. Compruebe que la entrada de su trabajo de compilación cumpla los requisitos de entrada. 
Consulte ¿Qué formas de datos de entrada espera SageMaker Neo?.

2. Compruebe los errores comunes específicos del marco.

3. Compruebe si su error es un error de infraestructura.

4. Compruebe su registro de compilación.
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Errores relacionados con el marco

Keras

Error Solución

InputConfiguration: No h5 file provided in 
<model path>

Compruebe que el archivo 
h5 se encuentre en el URI de 
Amazon S3 especificado.

O bien

Compruebe que el archivo h5 
esté formateado correctam 
ente.

InputConfiguration: Multiple h5 files 
provided, <model path>, when only one is 
allowed

Compruebe que solo está 
proporcionando un h5 archivo.

ClientError: InputConfiguration: Unable to 
load provided Keras model. Error: 'sample_w 
eight_mode'

Compruebe que la versión 
de Keras que haya especific 
ado sea compatible. Consulte 
los marcos compatibles 
para instancias en la nube y
dispositivos periféricos.

ClientError: InputConfiguration: Input input 
has wrong shape in Input Shape dictionary. 
Input shapes should be provided in NCHW format.

Compruebe que la entrada 
del modelo siga el formato 
NCHW. Consulte ¿Qué 
formas de datos de entrada 
espera SageMaker Neo?
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MXNet

Error Solución

ClientError: InputConfiguration: Only one 
parameter file is allowed for MXNet model. 
Please make sure the framework you select is 
correct.

Sagemaker Neo seleccionará 
el primer archivo de parámetro 
s proporcionado para la 
compilación.

TensorFlow

Error Solución

InputConfiguration: Exactly one .pb file is 
allowed for TensorFlow models.

Asegúrese de proporcionar 
solo un archivo.pb o.pbtxt.

InputConfiguration: Exactly one .pb or .pbtxt 
file is allowed for TensorFlow models.

Asegúrese de proporcionar 
solo un archivo.pb o.pbtxt.

ClientError: InputConfiguration: TVM cannot 
convert <model zoo> model. Please make sure 
the framework you selected is correct. The 
following operators are not implemented: 
{<operator name>}

Compruebe que el operador 
que ha elegido es compatibl 
e. Consulte Operadores y 
marcos compatibles con 
SageMaker Neo.

PyTorch

Error Solución

InputConfiguration: We are unable to 
extract DataInputConfig from the model due 
to input_config_derivation_error . Please 
override by providing a DataInputConfig during 
compilation job creation.

Haga una de estas dos 
operaciones:

• Especifique el nombre y 
la forma de las entradas 
esperadas proporcionando 
una definición DataInput 
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Error Solución

Config  en su solicitud de 
compilación.

• Investigue el error en 
Registros de Amazon 
CloudWatch. Compruebe 
el grupo de registro /
aws/sagemaker/Com 
pilationJobs  y 
busque un flujo de registro 
denominado compilati 
onJobName /model-in 
fo-extraction .

Errores relacionados con la infraestructura

Error Solución

ClientError: InputConfiguration: S3 object 
does not exist. Bucket: <bucket>, Key: <bucket 
key>

Compruebe la URI de Amazon 
S3 que ha proporcionado.

ClientError: InputConfiguration: Bucket 
<bucket name> is in region <region name> which 
is different from AWS Sagemaker service region 
<service region>

Cree un bucket de Amazon S3 
que se encuentre en la misma 
región que el servicio.

ClientError: InputConfiguration: Unable to 
untar input model. Please confirm the model is 
a tar.gz file

Compruebe que el modelo de 
Amazon S3 esté comprimido 
en un archivo tar.gz.

Compruebe su registro de compilación

1. Inicie sesión en la consola de Amazon CloudWatch en https://console.aws.amazon.com/ 
cloudwatch/.
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2. Seleccione la región en la que creó el trabajo de compilación en la lista desplegable de Región
situada en la parte superior derecha.

3. En el panel de navegación de Amazon CloudWatch, elija Registros. Seleccione Grupo de 
registros.

4. Busque el grupo de registros denominado /aws/sagemaker/CompilationJobs. Seleccione 
el grupo de registro.

5. Busque el flujo de registro que lleva el nombre del trabajo de compilación. Seleccione el flujo de 
registros.

Solucionar errores de inferencia de Neo

Esta sección contiene información sobre cómo prevenir y resolver algunos de los errores más 
comunes que se pueden producir al implementar o invocar el dispositivo de punto de conexión. Esta 
sección se aplica a PyTorch 1.4.0 o posterior y MXNet v1.7.0 o posterior.

• Asegúrese de que la primera inferencia (inferencia de calentamiento) sobre un dato de entrada 
válido se haya realizado en model_fn(), si ha definido un model_fn en el guión de inferencia; 
de lo contrario, podría aparecer el siguiente mensaje de error en la terminal cuando se llame a
predict API:

An error occurred (ModelError) when calling the InvokeEndpoint operation: Received 
 server error (0) from <users-sagemaker-endpoint> with message "Your invocation timed 
 out while waiting for a response from container model. Review the latency metrics 
 for each container in Amazon CloudWatch, resolve the issue, and try again."          
        

• Establezca las variables de entorno como se muestra en la siguiente tabla. Si no están 
configurados, puede aparecer el siguiente mensaje de error:

En la terminal:

An error occurred (ModelError) when calling the InvokeEndpoint operation: Received 
 server error (503) from <users-sagemaker-endpoint> with message "{ "code": 503, 
 "type": "InternalServerException", "message": "Prediction failed" } ".

En CloudWatch:
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W-9001-model-stdout com.amazonaws.ml.mms.wlm.WorkerLifeCycle - AttributeError: 
 'NoneType' object has no attribute 'transform'

Clave Valor

SAGEMAKER_PROGRAM inference.py

SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/model/code

SAGEMAKER_CONTAINER_LOG_LEVEL 20

SAGEMAKER_REGION <su región>

• Asegúrese de que la variable de entorno MMS_DEFAULT_RESPONSE_TIMEOUT esté establecida en 
500 o un valor superior al crear el modelo de Amazon SageMaker; de lo contrario, podría aparecer 
el siguiente mensaje de error en la terminal:

An error occurred (ModelError) when calling the InvokeEndpoint operation: Received 
 server error (0) from <users-sagemaker-endpoint> with message "Your invocation timed 
 out while waiting for a response from container model. Review the latency metrics 
 for each container in Amazon CloudWatch, resolve the issue, and try again."

Solución de errores de Ambarella

Sagemaker Neo requiere que los modelos estén empaquetados en un archivo TAR comprimido 
(*.tar.gz). Los dispositivos Ambarella requieren que se incluyan archivos adicionales en el archivo 
TAR comprimido antes de enviarlo para su compilación. Incluya los siguientes archivos en el archivo 
TAR comprimido si quiere compilar un modelo para los objetivos de Ambarella con SageMaker Neo:

• Un modelo formado que utiliza un marco compatible con SageMaker Neo

• Un archivo de configuración JSON

• Imágenes de calibración

Por ejemplo, el contenido del archivo TAR comprimido tendrá un aspecto semejante al del siguiente 
ejemplo:

###amba_config.json
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###calib_data
|    ### data1
|    ### data2
|    ### .
|    ### .
|    ### .
|    ### data500
###mobilenet_v1_1.0_0224_frozen.pb

El directorio está configurado de la siguiente manera:

• amba_config.json: archivo de configuración

• calib_data: carpeta que contiene imágenes de calibración

• mobilenet_v1_1.0_0224_frozen.pb: modelo de TensorFlow guardado como gráfico 
congelado

Para obtener información sobre los marcos compatibles con Sagemaker Neo, consulte Marcos 
admitidos.

Configuración del archivo de configuración

El archivo de configuración proporciona la información requerida por la cadena de herramientas de 
Ambarella para compilar el modelo. El archivo de configuración debe guardarse como un archivo 
JSON y el nombre del archivo debe terminar por *config.json. A continuación se muestra el 
contenido del archivo de configuración.

Clave Descripción Ejemplo

inputs El diccionario mapea las 
capas de entrada al atributo.

{inputs:{"data":{. 
..},"data1":{...}}}

"data" Nombre de capa de entrada. 
Nota: "data" es un ejemplo 
del nombre que puede utilizar 
para etiquetar la capa de 
entrada.

"data"
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Clave Descripción Ejemplo

Forma Describe la forma de la 
entrada al modelo. Esto sigue 
las mismas convenciones que 
utiliza SageMaker Neo.

"shape": "1,3,224,224"

filepath Ruta relativa al directorio 
que contiene las imágenes 
de calibración. Pueden ser 
archivos binarios o de imagen, 
como JPG o PNG.

"filepath": "calib_data/"

colorformat Formato de color que espera 
el modelo. Se utilizará al 
convertir las imágenes a 
archivos binarios. Valores 
admitidos: [RGB, BGR]. El 
valor predeterminado es RGB.

"colorformat":"RGB"

mean Valor medio que debe restarse 
de la entrada. Puede ser un 
valor único o una lista de 
valores. Cuando la media se 
proporciona en forma de lista, 
el número de entradas debe 
coincidir con la dimensión del 
canal de la entrada.

"mean":128.0
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Clave Descripción Ejemplo

scale Valor de escala que se 
utilizará para normalizar 
la entrada. Puede ser un 
valor único o una lista de 
valores. Cuando la escala se 
proporciona en forma de lista, 
el número de entradas debe 
coincidir con la dimensión del 
canal de la entrada.

"scale": 255.0

A continuación se muestra un ejemplo de archivo de configuración:

{ 
    "inputs": { 
        "data": { 
                "shape": "1, 3, 224, 224", 
                "filepath": "calib_data/", 
                "colorformat": "RGB", 
                "mean":[128,128,128], 
                "scale":[128.0,128.0,128.0] 
        } 
    }
}

Imágenes de calibración

Cuantifique su modelo entrenado proporcionando imágenes de calibración. La cuantificación del 
modelo mejora el rendimiento del motor CVflow en un sistema Ambarella en un chip (SoC). La 
cadena de herramientas de Ambarella utiliza las imágenes de calibración para determinar cómo se 
debe cuantificar cada capa del modelo para lograr un rendimiento y una precisión óptimos. Cada 
capa se cuantifica de forma independiente en los formatos INT8 o INT16. El modelo final tiene una 
mezcla de capas INT8 e INT16 después de la cuantificación.

¿Cuántas imágenes debería usar?
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Se recomienda incluir entre 100 y 200 imágenes que sean representativas de los tipos de escenas 
que se espera que maneje el modelo. El tiempo de compilación del modelo aumenta linealmente en 
función del número de imágenes de calibración del archivo de entrada.

¿Cuáles son los formatos de imagen recomendados?

Las imágenes de calibración pueden estar en formato binario sin procesar o en formatos de imagen 
como JPG y PNG.

La carpeta de calibración puede contener una mezcla de imágenes y archivos binarios. Si la carpeta 
de calibración contiene imágenes y archivos binarios, la cadena de herramientas convierte primero 
las imágenes en archivos binarios. Una vez finalizada la conversión, utiliza los archivos binarios 
recién generados junto con los archivos binarios que estaban originalmente en la carpeta.

¿Puedo convertir primero las imágenes a formato binario?

Sí. Puede convertir las imágenes al formato binario con paquetes de código abierto como OpenCV
o PIL. Recorta y cambia el tamaño de las imágenes para que se adapten a la capa de entrada del 
modelo formado.

Media y escala

Puede especificar las opciones de preprocesamiento de la media y la escala en la cadena de 
herramientas de Amberalla. Estas operaciones están integradas en la red y se aplican durante la 
inferencia en cada entrada. No proporcione datos procesados si especifica la media o la escala. Más 
específicamente, no proporcione datos de los que haya restado la media o a los que haya aplicado la 
escala.

Compruebe su registro de compilación

Para obtener información sobre cómo comprobar el registro de compilación de los dispositivos 
Ambarella, consulte Compruebe su registro de compilación.

Utilice Amazon SageMaker Elastic Inference (EI)

A partir del 15 de abril de 2023, AWS no incorporará nuevos clientes a Amazon Elastic Inference 
(EI) y ayudará a los clientes actuales a migrar sus cargas de trabajo a opciones que ofrezcan un 
mejor precio y rendimiento. Después del 15 de abril de 2023, los nuevos clientes no podrán lanzar 
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instancias con los aceleradores de Amazon EI en Amazon SageMaker, Amazon ECS o Amazon 
EC2.

El aprendizaje automático (ML) le AWS ayuda a innovar más rápido con el conjunto más completo 
de servicios e infraestructura de aprendizaje automático disponible en un modelo de as-you-go uso 
de bajo costo y pago. AWSofrece continuamente una infraestructura de mejor rendimiento y menor 
coste para las cargas de trabajo de inferencia de aprendizaje automático. AWSlanzó Amazon Elastic 
Inference (EI) en 2018 para permitir a los clientes incorporar una aceleración de bajo coste basada 
en GPU a tareas de Amazon EC2, Amazon SageMaker Instances o Amazon Elastic Container 
Service (ECS) y reducir el coste de ejecutar inferencias de aprendizaje profundo hasta en un 75% 
en comparación con las instancias independientes basadas en GPU, como Amazon EC2 P4d y 
Amazon EC2 G5. En 2019, AWS lanzó AWS Inferentia, el primer silicio personalizado de Amazon 
diseñado para acelerar las cargas de trabajo de aprendizaje profundo al proporcionar inferencias de 
alto rendimiento en la nube. Las instancias de Amazon EC2 Inf1 basadas en chips AWS Inferentia 
ofrecen un rendimiento 2,3 veces superior y un costo por inferencia hasta un 70 % inferior que 
las instancias de Amazon EC2 comparables basadas en GPU de la generación actual. Con la 
disponibilidad de nuevas opciones de computación acelerada, como AWS Inferentia y las instancias 
de Amazon EC2 G5, la ventaja de conectar una GPU fraccionada a una instancia de host de CPU 
mediante Amazon EI se ha disipado. Por ejemplo, los clientes que alojan modelos en Amazon EI y 
se trasladan a instancias ml.inf1.xlarge pueden ahorrar hasta un 56 % en costos y duplicar el 
rendimiento.

Los clientes pueden usar Amazon SageMaker Inference Recommender como ayuda para elegir 
las mejores instancias alternativas a Amazon EI para implementar sus modelos de aprendizaje 
automático.

Preguntas frecuentes

1. ¿Por qué Amazon anima a los clientes a trasladar las cargas de trabajo de Amazon Elastic 
Inference (EI) a opciones de aceleración de hardware más nuevas, como AWS Inferentia?

Los clientes obtienen un mejor rendimiento a un precio mucho mejor que el de Amazon EI con las 
nuevas opciones de aceleración de hardware, como AWS Inferentia, para sus cargas de trabajo 
de inferencia. AWS Inferentia ha sido diseñado para proporcionar inferencias de alto rendimiento 
en la nube, reducir el costo total de la inferencia y facilitar a los desarrolladores la integración del 
machine learning en sus aplicaciones empresariales. Para que los clientes puedan beneficiarse 
de estos aceleradores de hardware de última generación, no incorporaremos nuevos clientes a 
Amazon EI después del 15 de abril de 2023.
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2. ¿Qué servicios de AWS se ven afectados por la decisión de dejar de incorporar nuevos clientes a 
Amazon Elastic Inference (EI)?

Este anuncio afectará a los aceleradores de Amazon EI asociados a cualquier tarea de Amazon 
EC2, instancias de SageMaker Amazon o Amazon Elastic Container Service (ECS). En Amazon 
SageMaker, esto se aplica tanto a los puntos de conexión como a los núcleos de los portátiles que 
utilizan los aceleradores de Amazon EI.

3. ¿Podré crear un nuevo acelerador de Amazon Elastic Inference (EI) después del 15 de abril de 
2023?

No: si es un cliente nuevo y no ha utilizado Amazon IE en los últimos 30 días, no podrá crear 
una nueva instancia de Amazon EI en su cuenta de AWS después del 15 de abril de 2023. Sin 
embargo, si ha utilizado un acelerador de Amazon IE al menos una vez en los últimos 30 días, 
puede asociar un nuevo acelerador de Amazon IE a su instancia.

4. ¿Cómo evalúo las opciones de instancia alternativas para mis puntos de enlace de Amazon 
SageMaker Inference actuales?

Amazon SageMaker Inference Recommender puede ayudarlo a identificar implementaciones 
rentables para migrar las cargas de trabajo existentes de Amazon Elastic Inference (EI) a una 
instancia de ML adecuada compatible con. SageMaker

5. ¿Cómo cambio el tipo de instancia de mi punto de conexión actual en Amazon SageMaker?

Puede cambiar el tipo de instancia del punto de conexión existente de la siguiente manera:

1. En primer lugar, crea una nueva EndpointConfig que utilice el nuevo tipo de instancia. Si tiene 
una política de escalado automático, elimine la política de escalado automático existente.

2. Llama UpdateEndpointmientras especificas la que acabas de crear EndpointConfig.

3. Espere a que su punto de conexión cambie de estado a InService. Esto tardará entre 10 y 
15 minutos aproximadamente.

4. Por último, si necesita el escalado automático para su nuevo punto final, cree una nueva 
política de escalado automático para este nuevo punto final y. ProductionVariant

6. ¿Cómo cambio el tipo de instancia de mi instancia de Amazon SageMaker Notebook existente 
mediante Amazon Elastic Inference (EI)?

Elija las instancias de Notebook en la SageMaker consola y, a continuación, elija la instancia 
de Notebook que desee actualizar. Asegúrese de que la instancia de cuaderno tenga el estado
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Stopped. Por último, puede elegir Editar y cambiar el tipo de instancia. Asegúrese de seleccionar 
el kernel correcto para la nueva instancia cuando se inicie la instancia de cuaderno.

7. ¿Existe algún tipo de instancia específico que sea una buena alternativa a Amazon Elastic 
Inference (EI)?

Cada carga de trabajo de machine learning es única. Le recomendamos que utilice Amazon 
SageMaker Inference Recommender para ayudarle a identificar el tipo de instancia adecuado para 
su carga de trabajo de aprendizaje automático, sus requisitos de rendimiento y su presupuesto.
AWS Inferentia, específicamente inf1.xlarge, es la mejor alternativa de alto rendimiento y bajo 
costo para los clientes de Amazon EI.

Migración de Amazon Elastic Inference a otras instancias

La siguiente información puede ayudarle a migrar sus puntos SageMaker de enlace alojados de 
instancias que utilizan aceleradores de Amazon Elastic Inference a otras instancias. Los consejos 
varían en función del marco.

PyTorch

Si va a realizar la migración desde PyTorch, siga las siguientes pautas.

1. Elija el tipo de instancia adecuado

Cada carga de trabajo de machine learning es única. Le recomendamos que utilice Amazon 
SageMaker Inference Recommender para ayudarle a identificar el tipo de instancia adecuado para 
su carga de trabajo de aprendizaje automático, sus requisitos de rendimiento y su presupuesto. AWS 
Inferentia, específicamente inf1.xlarge, es la mejor alternativa de alto rendimiento y bajo costo 
para los clientes de Amazon Elastic Inference.

En nuestras pruebas de carga con Inference Recommender, las instancias g4dn.xlarge tuvieron 
un mejor rendimiento que las instancias m5.large con eia.2large asociada. Con Amazon Elastic 
Inference, debe pagar el costo adicional de la instancia de machine learning a la que esté conectado 
el acelerador. Amazon Elastic Inference también admite únicamente las versiones PyTorch 1.5 
y TensorFlow 2.3. Si migra a ml.g4dn instancias, puede usar las versiones más recientes de la 
PyTorch 1.11 y TensorFlow la 2.9. Además, ml.g4dn e AWS Inferentia están disponibles en todas 
las regiones de AWS, mientras que Amazon Elastic Inference solo está disponible en 6 regiones. 
Tanto AWS Inferentia como ml.g4dn ofrecen un mejor rendimiento a un precio más bajo para la 
mayoría de las cargas de trabajo de inferencia de machine learning.
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2. Modificación de inference.py

Modifique el archivo inference.py para eliminar los cambios necesarios específicos de Elastic 
Inference y utilice los controladores predeterminados. Según los diferentes casos de usuario, 
es posible que tenga diferentes controladores de entrada y salida, pero los principales cambios 
que debe realizar se refieren a las funciones del controlador de carga del modelo model_fn y
predict_fn. Elimine el controlador de predicciones específico de Elastic Inference, predict_fn, 
y restaure el controlador de carga del modelo al formato predeterminado model_fn. El siguiente 
ejemplo muestra cómo hacerlo, con las partes que debe eliminar de inference.py marcadas como 
comentarios:

from __future__ import print_function

import os

import torch
import torch.nn as nn
import torch.nn.functional as F
import numpy as np

def model_fn(model_dir, context): 
    model = {customer_model} 
    # if torch.__version__ in VERSIONS_USE_NEW_API: 
        # import torcheia 
        # loaded_model = loaded_model.eval() 
        # loaded_model = torcheia.jit.attach_eia(loaded_model, 0) 
    with open(os.path.join(model_dir, 'model.pth'), 'rb') as f: 
        model.load_state_dict(torch.load(f)) 
    return model 
     

# def predict_fn(input_data, model):
#     logger.info(
#         "Performing EIA inference with Torch JIT context with input of size 
 {}".format(
#             input_data.shape
#         )
#     )
#     device = torch.device("cuda" if torch.cuda.is_available() else "cpu")
#     input_data = input_data.to(device)
#     with torch.no_grad():
#        if torch.__version__ in VERSIONS_USE_NEW_API:
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#             import torcheia
#  
#             torch._C._jit_set_profiling_executor(False)
#             with torch.jit.optimized_execution(True):
#                 return model.forward(input_data)
#         else:
#             with torch.jit.optimized_execution(True, {"target_device": "eia:0"}):
#                 return model(input_data)

def predict_fn(input_data, model): 
    return model(input_data)

3. Creación de un modelo

Cree un modelo nuevo que apunte al archivo inference.py modificado. Puede conservar el 
archivo inference.py de forma local y apuntarlo especificando source_dir y entry_point o 
aplicar tar al archivo inference.py para incluirlo en el tarball del modelo. En el siguiente ejemplo, 
se muestra el primer caso:

from sagemaker.pytorch import PyTorchModel

pytorch = PyTorchModel( 
    model_data={model_data_url}, 
    role=role, 
    entry_point="inference.py", 
    source_dir="code", 
    framework_version="1.5.1", 
    py_version="py3", 
    sagemaker_session=sagemaker_session,
)

4. Implementación del modelo en el punto de conexión e invocación

Puede utilizar una de las siguientes opciones para implementar su modelo después de realizar los 
cambios anteriores.

Opción 1: Implementación desde cero

Puede implementar el modelo en un nuevo punto de conexión con una instancia recomendada de la 
categoría Computación acelerada, como G4.

predictor = pytorch.deploy( 
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        ... 
        # instance_type = "ml.c5.xlarge", 
        instance_type="ml.g4dn.2xlarge", 
        ...
response = predictor.predict(payload)

Opción 2: Actualización del punto de conexión existente

Complete los siguientes pasos para actualizar su punto de conexión existente:

1. Llame a CreateEndpointConfig para crear una nueva EndpointConfig que utilice el 
nuevo tipo de instancia. Si tiene una política de escalado automático, elimine la política de 
escalado automático existente.

endpoint_config_response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[ 
        { 
            "VariantName": "variant1", # The name of the production variant. 
            "ModelName": model_name, # The name of new created model  
            "InstanceType": instance_type, # Specify the right-sized instance type. 
            "InitialInstanceCount": 1 # Number of instances to launch initially. 
        } 
    ]
)

2. Llame a UpdateEndpoint y especifique la EndpointConfig que acaba de crear.

endpoint_config_response = sagemaker_client.update_endpoint( 
    EndpointConfigName=endpoint_config_name, # The name of the new endpoint config 
 just created 
    EndpointName=endpoint_name # The name of the existing endpoint you want to 
 update 
 )

3. Espere a que su punto de conexión cambie de estado a InService. Esto tarda entre 10 y 15 
minutos aproximadamente.

4. Por último, si necesita el escalado automático para su nuevo punto de conexión, cree una nueva 
política de escalado automático para su nuevo punto de conexión y ProductionVariant.
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TensorFlow

Si vas a migrar desde TensorFlow, sigue las siguientes pautas.

1. Elija el tipo de instancia adecuado

Consulte las pautas de 1. Elige la guía sobre el tipo de instancia adecuada en la PyTorch sección.

2. Implementación del modelo en el punto de conexión e invocación

Puede utilizar una de las siguientes opciones para implementar su modelo.

Opción 1: Implementación desde cero

Para migrar desde Elastic Inference, vuelva a implementar el modelo en un nuevo punto de 
conexión. Para ello, elimine el campo accelerator_type y especifique un tipo de instancia del 
tamaño correcto de la categoría Computación acelerada, como G4. En el siguiente ejemplo, la línea 
eliminada mediante comentarios hace que la implementación se realice sin utilizar un acelerador de 
Elastic Inference.

predictor = tensorflow_model.deploy( 
    ... 
    instance_type="ml.g4dn.2xlarge" 
    # instance_type="ml.c5.xlarge", 
    # accelerator_type="ml.eia1.medium" 
    ...
)

Opción 2: Actualización del punto de conexión existente

Consulte la Opción 2. Actualice la guía de puntos finales existente en el paso 4 de la PyTorch 
sección.

MXNet

Si está migrando desde MXNet, siga estas pautas.

1. Elija el tipo de instancia adecuado

Consulte las pautas de 1. Elija la guía sobre el tipo de instancia adecuada en la PyTorch sección.

2. Implementación del modelo en el punto de conexión e invocación

Puede utilizar una de las siguientes opciones para implementar su modelo.
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Opción 1: Implementación desde cero

Para migrar desde Elastic Inference, vuelva a implementar el modelo en un nuevo punto de 
conexión. Para ello, elimine el campo accelerator_type y especifique un tipo de instancia del 
tamaño correcto de la categoría Computación acelerada, como G4. En el siguiente ejemplo, la línea 
eliminada mediante comentarios hace que la implementación se realice sin utilizar un acelerador de 
Elastic Inference.

predictor = mxnet_model.deploy( 
        ... 
        # instance_type="ml.c5.xlarge", 
        instance_type="ml.g4dn.2xlarge" 
        ...
)

Opción 2: Actualización del punto de conexión existente

Consulte la opción 2: actualizar la guía de puntos finales existente en el paso 4 de la PyTorch 
sección.

Temas

• Funcionamiento de EI

• Elección de un tipo de acelerador de EI

• Utilice EI en una instancia de SageMaker Notebook

• Uso de EI en un punto de conexión alojado

• Marcos de trabajo que admiten EI

• Utilice IE con algoritmos integrados SageMaker

• Cuadernos de ejemplo de EI

• Configuración para usar EI

• Asociación de EI a una instancia con bloc de notas

• Utilice EI en Amazon SageMaker Hosted Endpoints

Funcionamiento de EI

Los aceleradores Amazon Elastic Inference son dispositivos conectados a la red que funcionan 
junto con las SageMaker instancias de su punto final para acelerar las llamadas de inferencia. 
Elastic Inference acelera la inferencia al permitirle adjuntar GPU fraccionarias a cualquier instancia 

Funcionamiento de EI 4883



Amazon SageMaker Guía para desarrolladores

de SageMaker. Puede seleccionar la instancia de cliente para ejecutar la aplicación y asociar 
un acelerador de Elastic Inference para utilizar la cantidad correcta de aceleración de GPU para 
sus necesidades de inferencia. Elastic Inference le ayuda a reducir su costo cuando no utiliza 
completamente su instancia de GPU para inferencia. Recomendamos probar Elastic Inference con su 
modelo usando instancias de CPU y tamaños de acelerador diferentes.

Los siguientes tipos de acelerador de EI están disponibles. Puede configurar sus puntos de conexión 
o instancias con bloc de notas con cualquier tipo de acelerador de EI.

En la tabla, el rendimiento en teraflops (TFLOPS) se muestra para el punto flotante de precisión 
única (F32) y el punto flotante de precisión media (F16). También se muestra la memoria en GB.

Tipo de acelerador Rendimiento de F32 
en TFLOPS

Rendimiento de F16 
en TFLOPS

Memoria en GB

ml.eia2.medium 1 8 2

ml.eia2.large 2 16 4

ml.eia2.xlarge 4 32 8

ml.eia1.medium 1 8 1

ml.eia1.large 2 16 2

ml.eia1.xlarge 4 32 4

Elección de un tipo de acelerador de EI

Considere los siguientes factores al elegir un tipo de acelerador para un modelo alojado:

• Modelos, tensores de entrada y tamaños de lotes influyen en la cantidad de memoria de 
acelerador que necesita. Comience con un tipo de acelerador que proporcione al menos tanta 
memoria como el tamaño de archivo de su modelo entrenado. Considere que un modelo podría 
usar significativamente más memoria que el tamaño del archivo en tiempo de ejecución.

• Las exigencias de recursos informáticos de la CPU, la memoria del sistema principal, la 
aceleración basada en la GPU y la memoria del acelerador varían significativamente entre los 
diferentes tipos de modelos de aprendizaje profundo. Los requisitos de rendimiento y latencia de 
la aplicación también determinan la cantidad de aceleración y capacidad informática que necesita. 
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Pruebe exhaustivamente diferentes configuraciones de tamaños de aceleradores de EI y tipos de 
instancia para asegurarse de que elige la configuración que mejor se adapta a las necesidades de 
rendimiento de su aplicación.

Para obtener más información sobre cómo seleccionar un acelerador de IE, consulte:

• Descripción general de Amazon Elastic Inference

• Elegir una instancia y un tipo de acelerador para su modelo

• Optimización de los costos en Amazon Elastic Inference con TensorFlow

Utilice EI en una instancia de SageMaker Notebook

Por lo general, se crean y prueban modelos de aprendizaje automático en un SageMaker cuaderno 
antes de implementarlos para la producción. Puede asociar EI a su instancia con bloc de notas al 
crear la instancia con bloc de notas. Puede configurar un punto final que se aloje localmente en la 
instancia de notebook mediante el modo local compatible con MXNet y PyTorch los estimadores 
y modelos del SDK de Amazon SageMaker Python para probar el rendimiento de las inferencias. 
TensorFlow La opción Elastic Inference habilitada actualmente no PyTorch es compatible con las 
instancias de notebook. Para obtener instrucciones sobre cómo asociar EI a una instancia con bloc 
de notas y configurar un punto de conexión local para la inferencia, consulte Asociación de EI a una 
instancia con bloc de notas. También hay núcleos SageMaker Notebook Jupyter habilitados para 
Elastic Inference para las versiones de Apache MXNet habilitadas para Elastic Inference. TensorFlow 
Para obtener información sobre el uso de instancias de SageMaker notebook, consulte Uso de 
instancias de Amazon SageMaker Notebook

Uso de EI en un punto de conexión alojado

Cuando esté listo para implementar su modelo de producción a fin de proporcionar inferencias, 
debe crear un punto final SageMaker alojado. Puede asociar EI a la instancia donde se aloja su 
punto de conexión para aumentar su rendimiento a la hora de proporcionar inferencias. Para obtener 
instrucciones sobre cómo asociar EI a una instancia de punto de conexión alojado, consulte Utilice EI 
en Amazon SageMaker Hosted Endpoints.

Marcos de trabajo que admiten EI

Amazon Elastic Inference está diseñado para usarse con versiones AWS mejoradas de TensorFlow 
Apache MXNet o PyTorch marcos de aprendizaje automático. Estas versiones mejoradas de 
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los marcos se integran automáticamente en los contenedores cuando utiliza el SDK de Amazon 
SageMaker Python, o bien puede descargarlas como archivos binarios e importarlas a sus propios 
contenedores de Docker.

Puede descargar los archivos TensorFlow binarios habilitados para IE del bucket Amazon S3 público 
de amazonei-tensorflow a los contenedores de servicio. TensorFlow Para obtener más información 
sobre cómo crear un contenedor que utilice la versión habilitada para IE de TensorFlow, consulte
Amazon Elastic Inference TensorFlow with in. SageMaker

Puede descargar los archivos binarios de MXNet habilitados para EI desde el bucket público
amazonei-apachemxnet de Amazon S3 a los contenedores de servicio de MXNet. Para obtener más 
información sobre la creación de un contenedor que utilice la versión de MXNet habilitada para IE, 
consulte Amazon Elastic Inference with MXNet in. SageMaker

Puede descargar el binario habilitado para Elastic Inference para. PyTorch Para obtener más 
información sobre cómo crear un contenedor que utilice la versión habilitada para IE de PyTorch, 
consulte Amazon Elastic Inference PyTorch with in. SageMaker

Para usar Elastic Inference en un punto de conexión alojado, puede elegir cualquiera de los 
siguientes marcos, según sus necesidades.

• SageMaker SDK de Python: implementación de TensorFlow modelos

• SageMaker SDK de Python: implementación de modelos MXNet

• SageMaker SDK de Python: implementación de PyTorch modelos

Si necesita crear un contenedor personalizado para implementar su modelo que sea complejo y 
requiera extensiones a un marco que los contenedores SageMaker prediseñados no admiten, use el 
AWS SDK de bajo nivel para Python (Boto 3).

Utilice IE con algoritmos integrados SageMaker

Actualmente, los algoritmos integrados Image Classification - MXNet y Detección de objetos - MXNet
admiten EI. Para ver un ejemplo que utiliza el algoritmo de clasificación de imágenes con EI, consulte 
el Ejemplo de clasificación de imágenes multiclase integral.

Cuadernos de ejemplo de EI

Los siguientes cuadernos de muestra proporcionan ejemplos del uso de la IE en SageMaker:
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• Uso de Amazon Elastic Inference con MXNet en Amazon SageMaker

• Uso de Amazon Elastic Inference con MXNet en una instancia de Amazon Notebook SageMaker

• Uso de Amazon Elastic Inference con un modelo compilado en NEO TensorFlow en SageMaker

• Uso de Amazon Elastic Inference con un modelo de servicio previamente entrenado TensorFlow 
en SageMaker

Configuración para usar EI

Use las instrucciones de este tema únicamente si uno de los siguientes casos se aplica a usted:

• Desea usar una política de permisos o roles personalizada.

• Desea usar una VPC para su instancia con bloc de notas o modelo alojado.

Note

Si ya tienes un rol de ejecución que tiene la política AmazonSageMakerFullAccess
gestionada adjunta (esto es válido para cualquier rol de IAM que crees al crear una instancia 
de notebook, un trabajo de formación o un modelo en la consola) y no te estás conectando a 
un modelo de IE o a una instancia de notebook en una VPC, no necesitas realizar ninguno de 
estos cambios para usar EI en Amazon. SageMaker

Temas

• Configurar los permisos necesarios

• Uso de una VPC personalizada para conectarse a EI

Configurar los permisos necesarios

Para usar EI SageMaker, el rol que utilices para abrir una instancia de notebook o crear un modelo 
desplegable debe tener una política con los permisos necesarios adjuntos. Puede asociar la política 
administrada AmazonSageMakerFullAccess, que contiene los permisos necesarios, al rol, o 
bien puede añadir una política personalizada que tenga los permisos necesarios. Para obtener más 
información sobre cómo crear un rol de IAM, consulte Creación de un rol para un servicio de AWS 
(consola) en la Guía del usuario de AWS Identity and Access Management. Para obtener información 
sobre cómo asociar una política a un rol, consulte Adición y eliminación de políticas de IAM.
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Agregue estos permisos concretamente para conectar EI en una política de IAM:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "elastic-inference:Connect", 
        "ec2:DescribeVpcEndpoints" 
    ], 
    "Resource": "*"
} 
             

La siguiente política de IAM es la lista completa de los permisos necesarios para usar la IE. 
SageMaker

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "elastic-inference:Connect", 
                "ec2:DescribeVpcEndpoints" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:GetAuthorizationToken", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage", 
                "ecr:BatchCheckLayerAvailability", 
                "cloudwatch:PutMetricData", 
                "cloudwatch:PutMetricAlarm", 
                "cloudwatch:DescribeAlarms", 
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                "cloudwatch:DeleteAlarms", 
                "ec2:CreateNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterface", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DescribeVpcs", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeSecurityGroups", 
                "application-autoscaling:DeleteScalingPolicy", 
                "application-autoscaling:DeleteScheduledAction", 
                "application-autoscaling:DeregisterScalableTarget", 
                "application-autoscaling:DescribeScalableTargets", 
                "application-autoscaling:DescribeScalingActivities", 
                "application-autoscaling:DescribeScalingPolicies", 
                "application-autoscaling:DescribeScheduledActions", 
                "application-autoscaling:PutScalingPolicy", 
                "application-autoscaling:PutScheduledAction", 
                "application-autoscaling:RegisterScalableTarget", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DescribeLogStreams", 
                "logs:GetLogEvents", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
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                "s3:CreateBucket", 
                "s3:GetBucketLocation", 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Action": "iam:CreateServiceLinkedRole", 
            "Effect": "Allow", 
            "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
            "Condition": { 
                "StringLike": { 
                    "iam:AWSServiceName": "sagemaker.application-
autoscaling.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        } 
    ]
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} 
             

Uso de una VPC personalizada para conectarse a EI

Para usar EI SageMaker en una VPC, debe crear y configurar dos grupos de seguridad y configurar 
un punto final de interfaz de PrivateLink VPC. EI utiliza el punto final de la interfaz de la VPC para 
comunicarse con los SageMaker puntos finales de la VPC. Los grupos de seguridad que crea se 
usan para conectarse al punto de conexión de interfaz de VPC.

Configuración de grupos de seguridad para conectarse a EI

Para usar EI dentro de una VPC, debe crear dos grupos de seguridad:

• Un grupo de seguridad para controlar el acceso al punto de conexión de interfaz de VPC que 
configurará para EI.

• Un grupo de seguridad que permite llamar SageMaker al primer grupo de seguridad.

Para configurar los dos grupos de seguridad

1. Cree un grupo de seguridad sin ninguna conexión saliente. Lo asociará a la interfaz de punto de 
conexión de VPC que cree en la siguiente sección.

2. Cree un segundo grupo de seguridad sin ninguna conexión entrante, pero con una conexión 
saliente al primer grupo de seguridad.

3. Edite el primer grupo de seguridad para permitir las conexiones entrantes solo al segundo grupo 
de seguridad y todas las conexiones salientes.

Para obtener más información acerca de la modificación de un grupo de seguridad de VPC, consulte
Grupos de seguridad de su VPC en la Guía del usuario de Amazon Virtual Private Cloud.

Configuración de un punto de conexión de interfaz de VPC para conectarse a EI

Para usar la IE SageMaker en una VPC personalizada, debe configurar un punto final de la interfaz 
de la VPC (PrivateLink) para el servicio de IE.

• Configure un punto final de la interfaz de VPC (PrivateLink) para el EI. Siga las 
instrucciones de Creación de un punto de conexión de interfaz. En la lista de servicios, elija
com.amazonaws.<region>.elastic-inference.runtime En Grupo de seguridad, asegúrese de 
seleccionar el primer grupo de seguridad que creó en la sección anterior al punto de conexión.
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• Al configurar el punto de conexión de interfaz, elija todas las zonas de disponibilidad donde EI está 
disponible. Se producirá un error en EI si no configura al menos dos zonas de disponibilidad. Para 
obtener información acerca de las subredes de la VPC, consulte VPC y subredes.

Asociación de EI a una instancia con bloc de notas

Para probar y evaluar el rendimiento de la inferencia con EI, puede asociar EI a una instancia con 
bloc de notas al crear o actualizar una instancia con bloc de notas. A continuación, puede usar EI en 
modo local para alojar un modelo en un punto de conexión alojado en la instancia con bloc de notas. 
Debe probar diversos tamaños de instancias con bloc de notas y aceleradores de EI para evaluar la 
configuración que mejor funcione para su caso de uso.

Configuración para usar EI

Para usar EI localmente en una instancia con bloc de notas, cree una instancia con bloc de notas con 
una instancia de EI.

Para crear una instancia de bloc de notas con una instancia de EI

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Instancias de bloc de notas.

3. Elija Crear instancia de bloc de notas.

4. En Nombre de instancia de bloc de notas, proporcione un nombre único para su instancia con 
bloc de notas.

5. En Tipo de instancia de bloc de notas, elija una instancia de CPU como ml.t2.medium.

6. En Elastic Inference (EI), elija una instancia de la lista; por ejemplo, ml.eia2.medium.

7. Para el rol de IAM, elija un rol de IAM que tenga los permisos necesarios para usar SageMaker 
la IE.

8. (Opcional) En VPC: opcional, si desea que la instancia de bloc de notas use una VPC, elija 
una de la lista disponible. De lo contrario, déjela como Sin VPC. Si usa una VPC, siga las 
instrucciones en Uso de una VPC personalizada para conectarse a EI.

9. (Opcional) En Configuración de ciclo de vida: opcional, déjela como Sin configuración o elija una 
configuración de ciclo de vida. Para obtener más información, consulte Personalización de una 
instancia de cuaderno con un script de configuración del ciclo de vida.

10. (Opcional) Para la clave de cifrado: opcional, opcional) Si desea utilizar una clave AWS 
Key Management Service (AWS KMS) SageMaker para cifrar los datos del volumen de 
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almacenamiento de aprendizaje automático adjunto a la instancia del bloc de notas, especifique 
la clave.

11. (Opcional) En Tamaño del volumen en GB: opcional, deje el valor predeterminado de 5.

12. (Opcional) En Etiquetas, agregue etiquetas a la instancia con bloc de notas. Una etiqueta es una 
etiqueta que asigna para ayudar a administrar sus instancias con bloc de notas. Una etiqueta 
consta de una clave y un valor, ambos definidos por el usuario.

13. Elija Crear instancia de bloc de notas.

Después de crear su instancia con bloc de notas con EI asociada, puede crear un cuaderno de 
Jupyter y configurar un punto de conexión de EI que se aloja localmente en la instancia con bloc de 
notas.

Temas

• Utilice EI en modo local en SageMaker

Utilice EI en modo local en SageMaker

Para usar EI de forma local en un punto final alojado en una instancia de notebook, utilice el modo 
local con las versiones del SDK de Amazon SageMaker Python de MXNet o de los TensorFlow 
PyTorch estimadores o modelos. Para obtener más información sobre la compatibilidad con el modo 
local en el SDK de SageMaker Python, consulte https://github.com/aws/ sagemaker-python-sdk # 
sagemaker-python-sdk-overview.

Temas

• Utilice EI en modo local con SageMaker TensorFlow estimadores y modelos

• Uso de EI en modo local con los modelos y estimadores Apache MXNet de SageMaker

• Utilice la IE en modo local con SageMaker PyTorch estimadores y modelos

Utilice EI en modo local con SageMaker TensorFlow estimadores y modelos

Para usar la IE TensorFlow en modo local, especifique local para instance_type y
local_sagemaker_notebook para accelerator_type cuando llame al deploy método de un 
estimador o un objeto modelo. Para obtener más información sobre los TensorFlow estimadores y 
modelos del SDK de Amazon SageMaker Python, consulte https://sagemaker.readthedocs.io/en/
stable/frameworks/tensorflow/index.html.
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El código siguiente muestra cómo usar el modo local con un objeto de estimador. Para llamar al 
método deploy, anteriormente debe haber:

• Entrenado el modelo llamando al método fit de un estimador.

• Pasado un artefacto de modelo al inicializar el objeto de modelo.

# Deploys the model to a local endpoint
tf_predictor = tf_model.deploy(initial_instance_count=1, 
                               instance_type='local', 
                               accelerator_type='local_sagemaker_notebook')

Uso de EI en modo local con los modelos y estimadores Apache MXNet de SageMaker

Para usar EI con MXNet en modo local, especifique local para instance_type y
local_sagemaker_notebook para accelerator_type al llamar al método deploy de un 
estimador o un objeto de modelo. Para obtener más información sobre los estimadores y modelos 
MXNet del SDK de Amazon SageMaker Python, consulte https://sagemaker.readthedocs.io/en/
stable/frameworks/mxnet/index.html.

El código siguiente muestra cómo usar el modo local con un objeto de estimador. Debe haber 
llamado anteriormente al método fit del estimador para entrenar el modelo.

# Deploys the model to a local endpoint
mxnet_predictor = mxnet_estimator.deploy(initial_instance_count=1, 
                                         instance_type='local', 
                                         accelerator_type='local_sagemaker_notebook')

Para ver un ejemplo completo del uso de EI en modo local con MXNet, consulte el cuaderno 
de muestra en https://sagemaker-examples.readthedocs.io/en/latest/ sagemaker-python-sdk /
mxnet_mnist/mxnet_mnist_elastic_inference_local.html.

Utilice la IE en modo local con SageMaker PyTorch estimadores y modelos

Para usar la IE PyTorch en modo local, cuando llame al deploy método de un estimador o un 
objeto modelo, especifique local para y para. instance_type local_sagemaker_notebook
accelerator_type Para obtener más información sobre los PyTorch estimadores y modelos del 
SDK de Amazon SageMaker Python, consulte SageMaker PyTorch Estimadores y modelos.

El código siguiente muestra cómo usar el modo local con un objeto de estimador. Debe haber 
llamado anteriormente al método fit del estimador para entrenar el modelo.
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# Deploys the model to a local endpoint
pytorch_predictor = pytorch_estimator.deploy(initial_instance_count=1, 
                                             instance_type='local', 
                                             
 accelerator_type='local_sagemaker_notebook')

Utilice EI en Amazon SageMaker Hosted Endpoints

Para usar Elastic Inference (EI) en Amazon SageMaker con un punto final alojado para realizar 
inferencias en tiempo real, especifique un acelerador de IE al crear el modelo desplegable que se 
alojará en ese punto final. Puede hacerlo de una de las siguientes formas:

• Utilice las versiones del SDK de Amazon SageMaker Python de TensorFlow MXNet o los 
contenedores SageMaker prediseñados para TensorFlow MXNet PyTorch y PyTorch

• Cree su propio contenedor y utilice la SageMaker API de bajo nivel (Boto 3). Deberá importar la 
versión compatible con IE de TensorFlow MXNet o PyTorch desde las ubicaciones de Amazon 
S3 proporcionadas a su contenedor y usar una de esas versiones para escribir su guion de 
entrenamiento.

• Use los algoritmos integrados Image Classification - MXNet o Detección de objetos - MXNet, y 
use AWS SDK for Python (Boto3) para ejecutar su trabajo de entrenamiento y crear su modelo 
implementable y el punto de conexión alojado.

Temas

• Utilice EI con un contenedor SageMaker TensorFlow

• Utilice EI con un contenedor SageMaker MXNet

• SageMaker PyTorch Utilice EI con un contenedor

• Uso de EI con su propio contenedor

Utilice EI con un contenedor SageMaker TensorFlow

Para usarlo TensorFlow con EI in SageMaker, debes llamar al deploy método de los objetos
Estimator o Model. A continuación, especifique un tipo de acelerador mediante el argumento 
de entrada accelerator_type. Para obtener información sobre el uso TensorFlow en el SDK de 
SageMaker Python, consulte: https://sagemaker.readthedocs.io/en/stable/frameworks/tensorflow/ 
index.html.
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SageMaker proporciona un código de inferencia y entrenamiento de modelos predeterminados 
para su comodidad. En los formatos de archivo personalizados, es posible que deba implementar el 
código de inferencia y entrenamiento de modelos personalizado.

Uso de un objeto de estimador

Para usar un objeto de estimador con EI, al usar el método de implementación, incluya el argumento 
de entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su 
método de implementación, como se muestra en el código de ejemplo.

# Deploy an estimator using EI (using the accelerator_type input argument)
predictor = estimator.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Uso de un objeto de modelo

Para usar un objeto de modelo con EI, al usar el método de implementación, incluya el argumento 
de entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su 
método de implementación, como se muestra en el código de ejemplo.

# Deploy a model using EI (using the accelerator_type input argument)
predictor = model.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Utilice EI con un contenedor SageMaker MXNet

Para usar MXNet con EI in SageMaker, debe llamar al deploy método de los objetos Estimator 
o Model. A continuación, especifique un tipo de acelerador mediante el argumento de entrada
accelerator_type. Para obtener información sobre el uso de MXNet en el SDK de Amazon 
SageMaker Python, consulte https://sagemaker.readthedocs.io/en/stable/frameworks/mxnet/
index.html

Para su comodidad, SageMaker proporciona un código de inferencia y entrenamiento de modelos 
predeterminados. En los formatos de archivo personalizados, es posible que deba escribir el código 
de inferencia y entrenamiento de modelos personalizado.
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Uso de un objeto de estimador

Para usar un objeto de estimador con EI, al usar el método de implementación, incluya el argumento 
de entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su 
método de implementación, como se muestra en el código de ejemplo.

# Deploy an estimator using EI (using the accelerator_type input argument)
predictor = estimator.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Uso de un objeto de modelo

Para usar un objeto de modelo con EI, al usar el método de implementación, incluya el argumento 
de entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su 
método de implementación, como se muestra en el código de ejemplo.

# Deploy a model using EI (using the accelerator_type input argument)
predictor = model.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Para ver un ejemplo completo del uso de IE con MXNet incorporado SageMaker, consulte el 
cuaderno de muestra en https://github.com/awslabs/ amazon-sagemaker-examples /blob/master/ /
mxnet_mnist_elastic_inference.ipynb sagemaker-python-sdk

SageMaker PyTorch Utilice EI con un contenedor

Para usarlo PyTorch con EI in SageMaker, debes llamar al deploy método de los objetos Estimator 
o Model. A continuación, especifique un tipo de acelerador mediante el argumento de entrada
accelerator_type. Para obtener información sobre su uso PyTorch en el SDK de Amazon 
SageMaker Python, consulte SageMaker PyTorch Estimadores y modelos.

Para su comodidad, SageMaker proporciona un código de inferencia y entrenamiento de modelos 
predeterminados. En los formatos de archivo personalizados, es posible que deba escribir el código 
de inferencia y entrenamiento de modelos personalizado.
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Uso de un objeto de estimador

Para usar un objeto de estimador con EI, al usar el método de implementación, incluya el argumento 
de entrada accelerator_type. El estimador devuelve un objeto de predicción, que llamamos su 
método de implementación, como se muestra en este código de ejemplo.

# Deploy an estimator using EI (using the accelerator_type input argument)
predictor = estimator.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Uso de un objeto de modelo

Para usar un objeto de modelo con EI, al usar el método de implementación, incluya el argumento de 
entrada accelerator_type. El modelo devuelve un objeto de predicción, que llamamos su método 
de implementación, como se muestra en el código de ejemplo.

# Deploy a model using EI (using the accelerator_type input argument)
predictor = model.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Uso de EI con su propio contenedor

Para usar IE con un modelo en un contenedor personalizado que cree, use el AWS SDK de 
bajo nivel para Python (Boto 3). Descargue e importe las versiones AWS habilitadas para IE de 
TensorFlow Apache MXNet o marcos de aprendizaje PyTorch automático, y escriba su script de 
entrenamiento con esos marcos.

Importe la versión EI de TensorFlow MXNet o a su PyTorch contenedor de Docker

Para usar EI con su propio contenedor, debe importar a su contenedor la biblioteca Amazon 
EI TensorFlow Serving, la biblioteca Amazon EI Apache MXNet o la biblioteca PyTorch 
habilitada para Elastic Inference. Las versiones compatibles con IE y TensorFlow MXNet están 
disponibles actualmente como archivos binarios almacenados en ubicaciones de Amazon S3.
Puede descargar el binario compatible con IE TensorFlow desde el bucket de Amazon S3 en 
console.aws.amazon.com/s3/buckets/amazonei-tensorflow. Para obtener información sobre cómo 
crear un contenedor que utilice la versión compatible con IE de, consulte https://github.com/aws/ # 
-. TensorFlow sagemaker-tensorflow-container building-the-sagemaker-elastic inference-tensorflow-
serving-container Puede descargar el archivo binario habilitado para EI para Apache MXNet del 
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bucket público de Amazon S3 en console.aws.amazon.com/s3/buckets/amazonei-apachemxnet.
Para obtener información sobre cómo crear un contenedor que utilice la versión de MXNet habilitada 
para IE, consulte https://github.com/aws/ # -. sagemaker-mxnet-container building-the-sagemaker-
elastic inference-mxnet-container Puede descargar el binario habilitado para Elastic Inference para. 
PyTorch Para obtener información sobre cómo crear un contenedor que utilice la versión habilitada 
para Elastic Inference de PyTorch, consulte Creación de una imagen.

Creación de un punto de conexión de EI con AWS SDK para Python (Boto 3)

Para crear un punto de conexión con AWS SDK para Python (Boto 3), primero debe crear una 
configuración de punto de conexión. La configuración de punto de conexión especifica uno o varios 
modelos (llamados variantes de producción) que desea alojar en el punto de conexión. Para asociar 
EI a una o más de las variantes de producción alojadas en el punto de conexión, especifica uno de 
los tipos de instancia de EI como el campo AcceleratorType para esa ProductionVariant. A 
continuación, pase la configuración de punto de conexión al crear el punto de conexión.

Creación de una configuración de punto de conexión

Para usar EI, debe especificar un tipo de acelerador en la configuración de punto de conexión.

# Create Endpoint Configuration
from time import gmtime, strftime

endpoint_config_name = 'ImageClassificationEndpointConfig-' + strftime("%Y-%m-%d-%H-%M-
%S", gmtime())
print(endpoint_config_name)
create_endpoint_config_response = sagemaker.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name, 
    ProductionVariants=[{ 
        'InstanceType':'ml.m4.xlarge', 
        'InitialInstanceCount':1, 
        'ModelName':model_name, 
        'VariantName':'AllTraffic', 
        'AcceleratorType':'ml.eia2.medium'}])

print("Endpoint Config Arn: " + create_endpoint_config_response['EndpointConfigArn'])

Crear un punto de conexión

Tras crear una configuración de punto de conexión con un tipo de acelerador, puede crear un punto 
de conexión.
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endpoint_name = 'ImageClassificationEndpoint-' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
endpoint_response = sagemaker.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name)

Tras la creación del punto de conexión, puede invocarlo con el método invoke_endpoint en un 
objeto en tiempo de ejecución Boto3, como haría con cualquier otro punto de conexión.

Prácticas recomendadas

Los siguientes temas proporcionan orientación sobre las prácticas recomendadas para implementar 
modelos de aprendizaje automático en Amazon SageMaker.

Temas

• Mejores prácticas para implementar modelos en los servicios SageMaker de alojamiento

• Supervisión de prácticas recomendadas de seguridad

• Inferencia en tiempo real de baja latencia con AWS PrivateLink

• Migre la carga de trabajo de inferencias de x86 a Graviton AWS

• Solucionar problemas de implementaciones de SageMaker modelos de Amazon

• Mejores prácticas de optimización de costes de inferencia

• Prácticas recomendadas para reducir al mínimo las interrupciones durante las actualizaciones de 
controladores de la GPU

• Mejores prácticas para la seguridad y la salud de los terminales con Amazon SageMaker

Mejores prácticas para implementar modelos en los servicios SageMaker 
de alojamiento

Al alojar modelos mediante servicios SageMaker de alojamiento, tenga en cuenta lo siguiente:

• Normalmente, una aplicación cliente envía solicitudes al punto final SageMaker HTTPS para 
obtener inferencias a partir de un modelo implementado. También puede enviar solicitudes a este 
punto de conexión desde el cuaderno de Jupyter durante la prueba.

• Puede implementar un modelo adaptado SageMaker a su propio objetivo de despliegue. Para 
ello, necesita saber el formato específico del algoritmo de los artefactos del modelo que generó 
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la capacitación de modelos. Para obtener más información sobre los formatos de salida, consulte 
la sección correspondiente al algoritmo que está usando en Formatos de datos comunes para la 
capacitación.

• Puede implementar varias variantes de un modelo en el mismo punto final SageMaker HTTPS. 
Esto resulta útil para las variaciones de prueba de un modelo en la producción. Por ejemplo, 
suponga que se ha implementado un modelo en producción. Desea probar una variación del 
modelo dirigiendo una pequeña cantidad de tráfico, como por ejemplo un 5 %, al nuevo modelo. 
Para ello, cree una configuración de punto de conexión que describa ambas variantes del modelo. 
Especifique ProductionVariant en su solicitud en CreateEndPointConfig. Para obtener 
más información, consulte ProductionVariant.

• Puede configurar un ProductionVariant para utilizar Application Auto Scaling. Para obtener 
información sobre la configuración del escalado automático, consulte Escala automáticamente los 
SageMaker modelos de Amazon.

• Puede modificar un punto de conexión sin tomar los modelos que ya se han implementado en la 
producción fuera de servicio. Por ejemplo, puede agregar nuevas variantes de modelos, actualizar 
las configuraciones de instancias de computación de ML de las variantes de modelos existentes 
o cambiar la distribución del tráfico entre las variantes de modelos. Para modificar un punto final, 
debe proporcionar una nueva configuración de punto final. SageMaker implementa los cambios 
sin ningún tiempo de inactividad. Para obtener más información, consulte UpdateEndpoint y
UpdateEndpointWeightsAndCapacities.

• El cambio o eliminación de los artefactos de los modelos o la modificación del código de inferencia 
después de implementar un modelo generan resultados impredecibles. Si necesita cambiar o 
eliminar artefactos de modelos o cambiar el código de inferencias, modifique el punto de conexión 
proporcionando una nueva configuración de punto de conexión. Una vez que proporcione la 
nueva configuración de punto de conexión, podrá cambiar o eliminar los artefactos de modelo 
correspondientes a la configuración de punto de conexión antigua.

• Si desea obtener inferencias en conjuntos de datos completos, considere la posibilidad de 
utilizar transformaciones por lotes como alternativa a los servicios de alojamiento. Para obtener 
información, consulte Utilice la transformación por lotes

Implementación de varias instancias en diversas zonas de disponibilidad

Cree puntos finales sólidos al alojar su modelo. SageMakerLos puntos finales pueden ayudar 
a proteger su aplicación de las interrupciones en la zona de disponibilidad y de los fallos en las 
instancias. Si se produce una interrupción o una instancia falla, intenta distribuir SageMaker 
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automáticamente las instancias entre las zonas de disponibilidad. Por este motivo, recomendamos 
encarecidamente que implemente varias instancias para cada punto de conexión de producción.

Si usa una nube privada virtual (VPC) de Amazon, configure la VPC con al menos dos Subnets, 
cada una en una zona de disponibilidad distinta. Si se produce una interrupción o una instancia 
falla, Amazon SageMaker intentará distribuir automáticamente las instancias entre las zonas de 
disponibilidad.

En general, para lograr un rendimiento de mayor confianza, use más Tipos de instancia pequeños en 
diferentes zonas de disponibilidad para alojar sus puntos de conexión.

Implemente componentes de inferencia para una alta disponibilidad. Además de la recomendación 
anterior sobre los números de instancia, para lograr una disponibilidad del 99,95%, asegúrese de 
que los componentes de inferencia estén configurados para tener más de dos copias. Además, en tu 
política de escalado automático administrado, establece también el número mínimo de instancias en 
dos.

Supervisión de prácticas recomendadas de seguridad

Supervise su uso en lo que SageMaker respecta a las mejores prácticas de AWSseguridad mediante 
Security Hub. Security Hub utiliza controles de seguridad para evaluar las configuraciones de los 
recursos y los estándares de seguridad para ayudarle a cumplir varios marcos de conformidad. 
Para obtener más información sobre el uso de Security Hub para evaluar SageMaker los recursos, 
consulte los  SageMaker controles de Amazon en la Guía del usuario de AWS Security Hub.

Inferencia en tiempo real de baja latencia con AWS PrivateLink

Amazon SageMaker proporciona una latencia baja para inferencias en tiempo real y, al mismo 
tiempo, mantiene una alta disponibilidad y resiliencia mediante la implementación Multi-AZ. La 
latencia de la aplicación se compone de dos componentes principales: latencia de infraestructura 
o sobrecarga y latencia de inferencia del modelo. La reducción de latencia de sobrecarga abre 
nuevas posibilidades, como la implementación de modelos más complejos, profundos y precisos o la 
división de aplicaciones monolíticas en módulos de microservicios escalables y fáciles de mantener. 
Puede reducir la latencia de las inferencias en tiempo real mediante el uso de una SageMaker 
implementación. AWS PrivateLink ConAWS PrivateLink, puede acceder de forma privada a todas 
las operaciones de la SageMaker API desde su Virtual Private Cloud (VPC) de forma escalable 
mediante puntos de conexión de la VPC de interfaz. Un punto final de VPC de interfaz es una interfaz 
de red elástica en la subred con direcciones IP privadas que sirve como punto de entrada para todas 
SageMaker las llamadas a la API.
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De forma predeterminada, un SageMaker punto final con 2 o más instancias se implementa en al 
menos 2 zonas de AWS disponibilidad (AZ) y las instancias de cualquier AZ pueden procesar las 
invocaciones. Esto da como resultado uno o más “saltos” de AZ que contribuyen a la latencia de 
sobrecarga. Una implementación AWS PrivateLink con la opción privateDNSEnabled establecida 
como true mitiga esta situación al lograr dos objetivos:

• Mantiene todo el tráfico de inferencias dentro de la VPC.

• Mantiene el tráfico de invocación en la misma zona de disponibilidad que el cliente que lo originó al 
usar SageMaker Runtime. Esto evita los “saltos” entre las AZ y reduce la latencia de sobrecarga.

En las siguientes secciones de esta guía, se muestra cómo puede reducir la latencia de las 
inferencias en tiempo real durante la implementación AWS PrivateLink.

Temas

• Implementación de AWS PrivateLink

• Implemente un SageMaker punto final en una VPC

• Invoca el punto final SageMaker

Implementación de AWS PrivateLink

Para implementarloAWS PrivateLink, primero cree un punto final de interfaz para la VPC desde el 
que se conecta a los SageMaker puntos finales. Siga los pasos que se indican en  Acceder a un 
servicio AWS mediante un punto de conexión de VPC de la interfaz para crear el punto de conexión 
de la interfaz. Al crear el punto de conexión, seleccione los siguientes ajustes en la interfaz de la 
consola:

• Seleccione la casilla Habilitar nombre de DNS en Configuración adicional

• Seleccione los grupos de seguridad y las subredes adecuados que se utilizarán con los puntos 
finales. SageMaker

Asegúrese también de que la VPC tenga activados los nombres de host DNS. Para obtener más 
información sobre cómo cambiar los atributos de DNS de una VPC, consulte  Ver y actualizar los 
atributos de DNS de una VPC.
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Implemente un SageMaker punto final en una VPC

Para lograr una baja latencia de sobrecarga, cree un SageMaker punto final con las mismas 
subredes que especificó al realizar la implementación. AWS PrivateLink Estas subredes deben 
coincidir con las AZ de su aplicación cliente, como se muestra en el siguiente fragmento de código.

model_name = '<the-name-of-your-model>'

vpc = 'vpc-0123456789abcdef0'
subnet_a = 'subnet-0123456789abcdef0'
subnet_b = 'subnet-0123456789abcdef1'
security_group = 'sg-0123456789abcdef0'

create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    PrimaryContainer = { 
        'Image': container, 
        'ModelDataUrl': model_url 
    }, 
    VpcConfig = { 
        'SecurityGroupIds': [security_group], 
        'Subnets': [subnet_a, subnet_b], 
    },
) 
         

En el fragmento de código mencionado anteriormente se presupone que ha seguido los pasos 
descritos en Antes de empezar.

Invoca el punto final SageMaker

Por último, especifique el cliente SageMaker Runtime e invoque el SageMaker punto final como se 
muestra en el siguiente fragmento de código.

endpoint_name = '<endpoint-name>'
  
runtime_client = boto3.client('sagemaker-runtime')
response = runtime_client.invoke_endpoint(EndpointName=endpoint_name,  
                                          ContentType='text/csv',  
                                          Body=payload)              
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Para obtener más información sobre configuración de puntos de conexión, consulte Implemente 
modelos para inferencias en tiempo real.

Migre la carga de trabajo de inferencias de x86 a Graviton AWS

Graviton AWS es una serie de procesadores basados en ARM diseñados por AWS. Son más 
eficientes desde el punto de vista energético que los procesadores basados en x86 y ofrecen una 
atractiva relación precio-rendimiento. Amazon SageMaker ofrece instancias basadas en Graviton 
para que pueda aprovechar estos procesadores avanzados para sus necesidades de inferencia.

Puede migrar sus cargas de trabajo de inferencias existentes de instancias basadas en x86 a 
instancias basadas en Graviton, utilizando imágenes de contenedor compatibles con ARM o 
imágenes de contenedor de múltiples arquitecturas. En esta guía se presupone que está utilizando
imágenes de contenedor de aprendizaje profundo AWS o sus propias imágenes de contenedor 
compatibles con ARM. Para obtener más información sobre cómo crear sus propias imágenes, 
consulte Crear su imagen.

A un nivel alto, la migración de la carga de trabajo de inferencias de instancias basadas en x86 a 
instancias basadas en Graviton es un proceso de cuatro pasos:

1. Cargue las imágenes de contenedor en Amazon Elastic Container Registry (Amazon ECR), un 
servicio de registro de imágenes de contenedor AWS administrado.

2. Cree un modelo. SageMaker

3. Crear una configuración de punto de conexión

4. Creación de un punto de conexión.

En las siguientes secciones de esta guía se facilita más información sobre los pasos anteriores. 
Sustituya el texto del marcador de usuario de los ejemplos de código por su propia 
información.

Temas

• Inserción de imágenes de contenedor en Amazon ECR

• Crea un SageMaker modelo

• Creación de una configuración de punto de conexión

• Creación de un punto de conexión
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Inserción de imágenes de contenedor en Amazon ECR

Puede insertar las imágenes de contenedor a un repositorio de Amazon ECR con AWS CLI. Cuando 
utilice una imagen compatible con ARM, compruebe que sea compatible con la arquitectura ARM:

docker inspect deep-learning-container-uri
    

La respuesta "Architecture": "arm64" indica que la imagen es compatible con la arquitectura 
ARM. Puede enviarla a Amazon ECR con el comando docker push. Para obtener más 
información, compruebe Insertar una imagen de Docker.

Las imágenes de contenedor de arquitecturas múltiples son, fundamentalmente, un conjunto de 
imágenes de contenedor compatibles con diferentes arquitecturas o sistemas operativos, a las que 
puedes hacer referencia con un nombre de manifiesto común. Si utiliza imágenes de contenedores 
de arquitecturas múltiples, además de enviar las imágenes a Amazon ECR, también tendrá que 
enviar una lista de manifiestos a Amazon ECR. Una lista de manifiestos permite incluir anidados de 
otros manifiestos de imágenes, donde cada imagen incluida se especifica por arquitectura, sistema 
operativo y otros atributos de plataforma. En el siguiente ejemplo, se crea una lista de manifiestos y 
se envía a Amazon ECR.

1. Cree un archivo de manifiesto.

docker manifest create aws-account-id.dkr.ecr.aws-region.amazonaws.com/my-
repository \ 
   aws-account-id.dkr.ecr.aws-account-id.amazonaws.com/my-repository:amd64 \
 aws-account-id.dkr.ecr.aws-account-id.amazonaws.com/my-repository:arm64 \ 
         

2. Anote la lista de manifiestos para que identifique correctamente qué imagen corresponde a cada 
arquitectura.

docker manifest annotate --arch arm64 aws-account-id.dkr.ecr.aws-
region.amazonaws.com/my-repository \ 
   aws-account-id.dkr.ecr.aws-region.amazonaws.com/my-repository:arm64
        

3. Inserte el manifiesto.

docker manifest push aws-account-id.dkr.ecr.aws-region.amazonaws.com/my-repository
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Para obtener más información sobre la creación e inserción de listas de manifiestos en Amazon 
ECR, consulte Introducir imágenes de contenedores de arquitecturas múltiples para Amazon ECR e
Insertar una imagen de arquitecturas múltiples.

Crea un SageMaker modelo

Cree un SageMaker modelo llamando a la CreateModelAPI.

import boto3
from sagemaker import get_execution_role

aws_region = "aws-region"
sagemaker_client = boto3.client("sagemaker", region_name=aws_region)

role = get_execution_role()

sagemaker_client.create_model( 
    ModelName = "model-name", 
    PrimaryContainer = { 
        "Image": "deep-learning-container-uri", 
        "ModelDataUrl": "model-s3-location", 
        "Environment": { 
            "SAGEMAKER_PROGRAM": "inference.py", 
            "SAGEMAKER_SUBMIT_DIRECTORY": "inference-script-s3-location", 
            "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
            "SAGEMAKER_REGION": aws_region, 
        } 
    }, 
    ExecutionRoleArn = role
) 
         

Creación de una configuración de punto de conexión

Crea una configuración de punto de conexión llamando a la API CreateEndpointConfig. Para 
obtener una lista de instancias basadas en Graviton, consulte Instancias optimizadas para la 
computación.
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sagemaker_client.create_endpoint_config( 
    EndpointConfigName = "endpoint-config-name", 
    ProductionVariants = [ 
        { 
            "VariantName": "variant-name", 
            "ModelName": "model-name", 
            "InitialInstanceCount": 1, 
            "InstanceType": "ml.c7g.xlarge", # Graviton-based instance 
       } 
    ]
) 
         

Creación de un punto de conexión

Cree un punto de conexión llamando a la API CreateEndpoint.

sagemaker_client.create_endpoint( 
    EndpointName = "endpoint-name", 
    EndpointConfigName = "endpoint-config-name"
) 
         

Solucionar problemas de implementaciones de SageMaker modelos de 
Amazon

Si tienes algún problema al implementar modelos de aprendizaje automático en Amazon SageMaker, 
consulta la siguiente guía.

Temas

• Errores de detección en la cuenta de la CPU activa

• Problemas al implementar un archivo model.tar.gz

• El contenedor principal no superó las comprobaciones de estado de ping

Errores de detección en la cuenta de la CPU activa

Si implementa un SageMaker modelo con una máquina virtual Java (JVM) de Linux, es posible 
que se produzcan errores de detección que impidan utilizar los recursos de CPU disponibles. 
Este problema afecta a algunas JVM compatibles con Java 8 y Java 9, así como la mayoría de 
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compatibles con Java 10 y Java 11. Estas JVM implementan un mecanismo que detecta y gestiona 
el recuento de la CPU y la memoria máxima disponible al ejecutar un modelo en un contenedor 
de Docker y, en general, dentro de comandos taskset de Linux o grupos de control (grupos de 
control). Las implementaciones de SageMaker aprovechan algunos de los ajustes que utiliza la JVM 
para administrar estos recursos. En la actualidad, esto hace que el contenedor detecte de forma 
incorrecta el número de CPU disponibles.

SageMaker no limita el acceso a las CPU de una instancia. Sin embargo, la JVM podría detectar el 
recuento de CPU como 1 cuando más CPU están disponibles para el contenedor. Como resultado, 
la JVM se ajusta toda la configuración interna para que se ejecute como si solo 1 núcleo de CPU 
está disponible. Esta configuración afecta a la recopilación de elementos no utilizados, bloqueos, 
subprocesos de compilador y otros elementos internos de la JVM que afectan negativamente a la 
simultaneidad, rendimiento y latencia del contenedor.

Como ejemplo de detección errónea, en un contenedor configurado para SageMaker que se 
implemente con una JVM basada en Java8_191 y que tenga cuatro CPU disponibles en la instancia, 
ejecuta el siguiente comando para iniciar la JVM:

java -XX:+UnlockDiagnosticVMOptions -XX:+PrintActiveCpus -version

Esto genera la salida siguiente:

active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
openjdk version "1.8.0_191"
OpenJDK Runtime Environment (build 1.8.0_191-8u191-b12-2ubuntu0.16.04.1-b12)
OpenJDK 64-Bit Server VM (build 25.191-b12, mixed mode)

Muchas de las JVM afectadas por este problema tiene una opción de deshabilitar este 
comportamiento y restablecer el acceso completo a todas las CPU de la instancia. Deshabilite el 
comportamiento no deseado y establezca acceso completo a todas las CPU de instancia incluyendo 
el parámetro -XX:-UseContainerSupport al iniciar aplicaciones Java. Por ejemplo, ejecute el 
comando java para iniciar su JVM tal y como se indica a continuación:
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java -XX:-UseContainerSupport -XX:+UnlockDiagnosticVMOptions -XX:+PrintActiveCpus -
version

Esto genera la salida siguiente:

active_processor_count: sched_getaffinity processor count: 4
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: sched_getaffinity processor count: 4
openjdk version "1.8.0_191"
OpenJDK Runtime Environment (build 1.8.0_191-8u191-b12-2ubuntu0.16.04.1-b12)
OpenJDK 64-Bit Server VM (build 25.191-b12, mixed mode)

Compruebe si la JVM que se usa en el contenedor es compatible con el parámetro -XX:-
UseContainerSupport. En caso afirmativo, pase el parámetro siempre al iniciar la JVM. Esto 
proporciona el acceso a todas las CPU en las instancias.

También es posible que se produzca este problema al utilizar indirectamente una JVM en 
contenedores. SageMaker Por ejemplo, cuando se utiliza una JVM para admitir SparkML Scala. 
El parámetro -XX:-UseContainerSupport también afecta a la salida que devuelve la API
Runtime.getRuntime().availableProcessors() de Java .

Problemas al implementar un archivo model.tar.gz

Al implementar un modelo mediante un archivo model.tar.gz, el tarball del modelo no debe incluir 
ningún symlink. Los symlinks provocan un error en la creación del modelo. Además, recomendamos 
que no incluya ningún archivo innecesario en el tarball.

El contenedor principal no superó las comprobaciones de estado de ping

Si el contenedor principal no supera las comprobaciones de estado de ping y aparece el siguiente 
mensaje de error, esto indica que hay un problema con el contenedor o el script:

The primary container for production variant beta did not pass the ping health check. 
 Please check CloudWatch Logs logs for this endpoint.

Para solucionar este problema, deberías comprobar los CloudWatch registros de registro del terminal 
en cuestión para comprobar si hay algún error o problema que impida que el contenedor responda 
a /ping o. /invocations Los registros pueden incluir un mensaje de error que podría indicar el 
problema. Una vez que haya identificado el error y el motivo del mismo, debe resolverlo.
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También es una buena práctica probar la implementación local del modelo antes de crear un punto 
de conexión.

• Usa el modo local en el SageMaker SDK para imitar el entorno hospedado implementando el 
modelo en un punto final local. Para obtener más información, consulte Modo local.

• Usa los comandos vanilla docker para probar si el contenedor responde a /ping e /invocations. 
Para obtener más información, consulte local_test.

Mejores prácticas de optimización de costes de inferencia

El siguiente contenido proporciona técnicas y consideraciones para optimizar el coste de puntos 
de conexión. Puede utilizar estas recomendaciones para optimizar el coste de puntos de conexión 
nuevos y existentes.

Prácticas recomendadas

Para optimizar sus costes de SageMaker inferencia, siga estas prácticas recomendadas.

Elija la mejor opción de inferencia para el trabajo.

SageMaker ofrece 4 opciones de inferencia diferentes para proporcionar la mejor opción de 
inferencia para el trabajo. Es posible que pueda ahorrar costes si elige la opción de inferencia que 
mejor se adapte a su carga de trabajo.

• Utilice inferencia en tiempo real para cargas de trabajo de baja latencia con patrones de tráfico 
predecibles que deben tener características de latencia coherentes y estar siempre disponibles. 
Usted paga por el uso de la instancia.

• Utilice inferencia sin servidor para cargas de trabajo sincrónicas que tengan un patrón de tráfico 
intenso y puedan aceptar variaciones en la latencia p99. La inferencia sin servidor se escala 
automáticamente para adaptarse al tráfico de su carga de trabajo, por lo que no tendrá que pagar 
por ningún recurso inactivo. Solo pagará por la duración de la solicitud de inferencia. Se pueden 
usar el mismo modelo y los mismos contenedores con la inferencia en tiempo real y sin servidor, 
por lo que puede cambiar entre estos dos modos si sus necesidades cambian.

• Utilice la inferencia asíncrona para cargas de trabajo asíncronas que procesan hasta 1 GB de 
datos (como cuerpo de textos, imágenes, vídeo y audio) que no son sensibles a la latencia y sí a 
los costes. Con la inferencia asíncrona, puede controlar los costes especificando un número fijo de 
instancias para obtener la velocidad de procesamiento óptima, en lugar de aprovisionarlas para los 
picos de procesamiento. También puede reducir la escala a cero para ahorrar costes adicionales.
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• Utilice inferencia por lotes para las cargas de trabajo para las que necesite inferir un conjunto 
grande de datos para procesos que se llevan a cabo sin conexión (es decir, no necesita un punto 
de conexión persistente). La instancia se paga mientras dure el trabajo de inferencia por lotes.

Inscríbase en un SageMaker Savings Plan.

• Si tiene un nivel de uso uniforme en todos los SageMaker servicios, puede suscribirse a un 
SageMaker Savings Plan para reducir sus costos hasta en un 64%.

• Amazon SageMaker Savings Plans ofrece un modelo de precios flexible para Amazon SageMaker, 
a cambio del compromiso de mantener una cantidad constante de uso (medida en $/hora) durante 
un período de uno o tres años. Estos planes se aplican automáticamente a los usos de instancias 
de SageMaker ML elegibles, como SageMaker Studio Classic Notebook, SageMaker On-Demand 
Notebook, SageMaker Processing, SageMaker Data Wrangler, SageMaker Training, SageMaker 
Real-Time Inference y SageMaker Batch Transform, independientemente de la familia, el tamaño o 
la región de la instancia. Por ejemplo, puede cambiar el uso de una instancia ml.c5.xlarge de CPU 
que se ejecute en el Este de EE. UU. (Ohio) a una instancia ML.inf1 en Oeste de EE. UU. (Oregón) 
para cargas de trabajo de inferencia en cualquier momento y seguir pagando automáticamente el 
precio de Savings Plans.

Optimice su modelo para que funcione mejor.

• Los modelos no optimizados pueden prolongar los tiempos de ejecución y consumir más recursos. 
Puede optar por utilizar más instancias o más grandes para mejorar el rendimiento; sin embargo, 
esto conlleva costes más altos.

• Al optimizar sus modelos para que tengan un mayor rendimiento, podrá reducir los costes 
utilizando menos instancias o más pequeñas y, al mismo tiempo, mantener las mismas o mejores 
características de rendimiento. Puede usar SageMaker Neo con SageMaker Inference para 
optimizar automáticamente los modelos. Para obtener más detalles y ejemplos, consulte Optimice 
el rendimiento del modelo con Neo.

Utilice el tipo y el tamaño de instancia más óptimos para realizar inferencias en tiempo real.

• SageMaker Inference tiene más de 70 tipos y tamaños de instancias que se pueden usar para 
implementar modelos de aprendizaje automático, incluidos los chipsets AWS Inferentia y Graviton 
optimizados para el aprendizaje automático. Elegir la instancia adecuada para su modelo le ayuda 
a garantizar que dispone de la instancia de mayor rendimiento al menor coste para sus modelos.
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• Al usar Inference Recommender, puede comparar rápidamente diferentes instancias para 
comprender el rendimiento del modelo y los costes. Con estos resultados, puede elegir la instancia 
que desea implementar con la mejor rentabilidad de la inversión.

Mejore la eficiencia y los costes mediante la combinación de varios puntos de conexión en un único 
punto de conexión para realizar inferencias en tiempo real.

• Los costes pueden aumentar rápidamente cuando se implementan varios puntos de conexión, 
especialmente si los puntos de conexión no utilizan completamente las instancias subyacentes. 
Para saber si la instancia está infrautilizada, consulta las métricas de uso (CPU, GPU, etc.) de 
Amazon CloudWatch para tus instancias. Si tiene más de uno de estos puntos de conexión, puede 
combinar los modelos o contenedores de estos puntos de conexión múltiples en un solo punto de 
conexión.

• Al utilizar puntos de conexión multimodelo (MME) o puntos de conexión multicontenedor (MCE), 
puede implementar varios modelos o contenedores de ML en un único punto de conexión 
para compartir la instancia entre varios modelos o contenedores y mejorar la rentabilidad de la 
inversión. Para obtener más información, consulte este artículo sobre cómo ahorrar costes de 
inferencia mediante el uso de puntos de enlace SageMaker multimodelo de Amazon o cómo
implementar varios contenedores de servicio en una sola instancia con puntos de enlace de 
SageMaker varios contenedores de Amazon en el blog Machine Learning. AWS

Configure el escalado automático para que se adapte a sus requisitos de carga de trabajo para 
realizar inferencias asíncronas y en tiempo real.

• Sin el escalado automático, debe aprovisionar los picos de tráfico o el riesgo de no disponibilidad 
del modelo. A menos que el tráfico de su modelo se mantenga estable durante todo el día, habrá 
un exceso de capacidad no utilizada. Esto conduce a una baja utilización y al despilfarro de 
recursos.

• El escalado automático es una out-of-the-box función que monitorea las cargas de trabajo y 
ajusta de forma dinámica la capacidad para mantener un rendimiento estable y predecible al 
menor coste posible. Cuando la carga de trabajo aumenta, el escalado automático proporciona 
más instancias en línea. Cuando la carga de trabajo disminuye, el escalado automático elimina 
las instancias innecesarias, lo que le ayuda a reducir los costes informáticos. Para obtener más 
información, consulte Configuración de puntos finales de inferencia de escalado automático en 
Amazon SageMaker en el blog AWS Machine Learning.
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Prácticas recomendadas para reducir al mínimo las interrupciones durante 
las actualizaciones de controladores de la GPU

SageMaker Model Deployment actualiza los controladores de GPU en las instancias de ML para 
ofrecer opciones de inferencia en tiempo real, por lotes y asíncrona a lo largo del tiempo para 
brindar a los clientes acceso a las mejoras de los proveedores de controladores. A continuación, 
puede ver la versión de GPU compatible con cada opción de inferencia. Las diferentes versiones 
del controlador pueden cambiar la forma en que el modelo interactúa con las GPU. A continuación, 
se muestran algunas estrategias que le ayudarán a entender cómo funciona su aplicación con las 
distintas versiones de controladores.

Versiones actuales y familias de instancias compatibles

Amazon SageMaker Inference admite los siguientes controladores y familias de instancias:

Servicio GPU Versión de controlad 
or

Tipos de instancias

470.57.02 ml.p2.*, ml.p3.*, 
ml.p4d.*, ml.p4de.*, 
ml.g4dn.*, ml.g5.*

Tiempo real NVIDIA

53554,03 ml.p5. *

Lote NVIDIA 47057,02 ml.p2.*, ml.p3.*, 
ml.p4d.*, ml.p4de.*, 
ml.g4dn.*, ml.g5*

47057,02 ml.p2.*, ml.p3.*, 
ml.p4d.*, ml.p4de.*, 
ml.g4dn.*, ml.g5*

Inferencia asíncrona NVIDIA

53554,03 ml.p5. *

Solucione los problemas de su contenedor de modelos con las capacidades de la GPU

Si tiene algún problema al ejecutar la carga de trabajo de la GPU, consulte las siguientes 
instrucciones:

Prácticas recomendadas para reducir al mínimo las interrupciones durante las actualizaciones de 
controladores de la GPU
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Fallo en la detección de tarjeta de GPU o error de inicialización de NVIDIA

Ejecute el comando nvidia-smi (Interfaz de administración del sistema NVIDIA) desde el 
contenedor de Docker. Si la interfaz de administración del sistema NVIDIA detecta un error de 
detección de la GPU o un error de inicialización de NVIDIA, mostrará el siguiente mensaje de error:

Failed to initialize NVML: Driver/library version mismatch

Según su caso de uso, siga estas prácticas recomendadas para resolver el fallo o error:

• Siga las recomendaciones de mejores prácticas que se describen en el menú desplegable Si trae 
sus propios (BYO) contenedores de modelos.

• Siga las recomendaciones de mejores prácticas que se describen en el menú desplegable Si 
utiliza una capa de compatibilidad CUDA.

Consulte la página de la interfaz de administración del sistema NVIDIA en el sitio web de NVIDIA 
para obtener más información.

CannotStartContainerError

Si la instancia de GPU utiliza versiones de controladores NVIDIA que no son compatibles con la 
versión CUDA del contenedor de Docker, no se podrá implementar un dispositivo de punto de 
conexión y aparecerá el siguiente mensaje de error:

 Failure reason CannotStartContainerError. Please ensure the model container for 
 variant <variant_name> starts correctly when invoked with 'docker run <image> serve'

Según su caso de uso, siga estas prácticas recomendadas para resolver el fallo o error:

• Siga las recomendaciones de mejores prácticas que se describen en el menú desplegable El 
controlador del que depende mi contenedor es superior a la versión de las instancias de GPU ML.

• Siga las recomendaciones de mejores prácticas que se describen en el menú desplegable Si 
utiliza una capa de compatibilidad CUDA.

Prácticas recomendadas para trabajar con versiones de controladores que no 
coinciden

A continuación figura información sobre cómo actualizar el controlador de GPU:

Prácticas recomendadas para reducir al mínimo las interrupciones durante las actualizaciones de 
controladores de la GPU

4915

https://developer.nvidia.com/nvidia-system-management-interface


Amazon SageMaker Guía para desarrolladores

El controlador del que depende mi contenedor es inferior a la versión de la instancia de GPU ML

No hay que hacer nada más. NVIDIA ofrece compatibilidad con versiones anteriores.

El controlador del que depende mi contenedor es superior a la versión de las instancias de GPU ML

Si se trata de una diferencia de versión poco importante, no hay que hacer nada más. NVIDIA 
proporciona compatibilidad con versiones posteriores poco importantes.

Si se trata de una diferencia de versión importante, será necesario instalar CUDA Compatibility 
Package. Consulte CUDA Compatibility Package en la documentación de NVIDIA.

Important

CUDA Compatibility Package no es compatible con versiones anteriores, por lo que es 
necesario deshabilitarlo si la versión del controlador de la instancia es superior a la versión 
de CUDA Compatibility Package.

Si trae sus propios (BYO) contenedores de modelos

Asegúrese de que no haya paquetes de controladores de NVIDIA agrupados en la imagen, ya que 
podrían provocar conflictos con la versión del controlador de NVIDIA alojada.

Si utiliza una capa de compatibilidad CUDA

Para comprobar si la versión del controlador de Nvidia de la plataforma es compatible con la versión 
de CUDA Compatibility Package instalada en el contenedor del modelo, consulte la documentación 
de CUDA. Si la versión del controlador de Nvidia de la plataforma no es compatible con la versión 
de CUDA Compatibility Package, puede deshabilitar o eliminar CUDA Compatibility Package de 
la imagen del contenedor del modelo. Si la versión de las bibliotecas de compatibilidad de CUDA 
es compatible con la última versión del controlador de Nvidia, le sugerimos que habilite CUDA 
Compatibility Package en función de la versión del controlador de Nvidia detectada para una futura 
compatibilidad añadiendo el siguiente fragmento de código en el guión de intérprete de comandos de 
inicio del contenedor (en el guión ENTRYPOINT).

El guión muestra cómo cambiar dinámicamente el uso de CUDA Compatibility Package en función 
de la versión del controlador Nvidia detectada en el host implementado para el contenedor de 
modelos. Cuando se SageMaker lanza una versión más reciente del controlador Nvidia, el paquete 
de compatibilidad CUDA instalado se puede desactivar automáticamente si la aplicación CUDA es 
compatible de forma nativa con el nuevo controlador.

Prácticas recomendadas para reducir al mínimo las interrupciones durante las actualizaciones de 
controladores de la GPU

4916

https://docs.nvidia.com/deploy/cuda-compatibility/index.html
https://docs.nvidia.com/deploy/cuda-compatibility/index.html#use-the-right-compat-package
https://docs.nvidia.com/deploy/cuda-compatibility/index.html#use-the-right-compat-package


Amazon SageMaker Guía para desarrolladores

#!/bin/bash 
  
verlte() { 
    [ "$1" = "$2" ] && return 1 || [ "$2" = "`echo -e "$1\n$2" | sort -V | head -n1`" ]
} 
  
if [ -f /usr/local/cuda/compat/libcuda.so.1 ]; then 
    cat /usr/local/cuda/version.txt 
    CUDA_COMPAT_MAX_DRIVER_VERSION=$(readlink /usr/local/cuda/compat/libcuda.so.1 |cut 
 -d'.' -f 3-) 
    echo "CUDA compat package requires Nvidia driver #
${CUDA_COMPAT_MAX_DRIVER_VERSION}" 
    NVIDIA_DRIVER_VERSION=$(sed -n 's/^NVRM.*Kernel Module *\([0-9.]*\).*$/\1/p' /proc/
driver/nvidia/version 2>/dev/null || true) 
    echo "Current installed Nvidia driver version is ${NVIDIA_DRIVER_VERSION}" 
    if [ $(verlte $CUDA_COMPAT_MAX_DRIVER_VERSION $NVIDIA_DRIVER_VERSION) ]; then 
        echo "Setup CUDA compatibility libs path to LD_LIBRARY_PATH" 
        export LD_LIBRARY_PATH=/usr/local/cuda/compat:$LD_LIBRARY_PATH 
        echo $LD_LIBRARY_PATH 
    else 
        echo "Skip CUDA compat libs setup as newer Nvidia driver is installed" 
    fi
else 
    echo "Skip CUDA compat libs setup as package not found"
fi

Mejores prácticas para la seguridad y la salud de los terminales con 
Amazon SageMaker

Para abordar los problemas de seguridad más recientes, Amazon parchea SageMaker 
automáticamente los puntos finales con el software más reciente y seguro. Sin embargo, si modificas 
de forma incorrecta las dependencias de tus puntos de conexión, Amazon no SageMaker podrá 
parchearlos automáticamente ni reemplazar las instancias en mal estado. Para garantizar que sus 
puntos de conexión sigan siendo aptos para actualizaciones automáticas, aplique las siguientes 
prácticas recomendadas.

No elimine recursos mientras los puntos de conexión los usen

Evite eliminar cualquiera de los siguientes recursos si ya tiene puntos de conexión que los utilizan:

• La definición del modelo que se crea con la CreateModelacción en la SageMaker API de Amazon.
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• Cualquier artefacto del modelo que especifique para el parámetro ModelDataUrl.

• El rol de IAM y los permisos que especifique para el parámetro ExecutionRoleArn.

Recordatorio

En la definición del modelo que utilice su punto de conexión, asegúrese de que el rol 
de IAM que especificó tenga los permisos correctos. Para obtener más información 
sobre los permisos necesarios para los SageMaker puntos de enlace de Amazon, 
consulteCreateModel API: permisos de funciones de ejecución.

• Las imágenes de inferencia que especifique para el parámetro Image, si utiliza su propio código 
de inferencia.

Recordatorio

Si utilizas la función de registro privado, asegúrate de que Amazon SageMaker pueda 
acceder al registro privado siempre que utilices el punto final.

• Las subredes y grupos de seguridad de Amazon VPC que especifique para el parámetro
VpcConfig.

• La configuración de punto final que se crea con la CreateEndpointConfigacción en la SageMaker 
API de Amazon.

• Cualquier clave de KMS o buckets de Amazon S3 que especifique en la configuración del punto de 
conexión.

Recordatorio

Asegúrese de no deshabilitar estas claves de KMS.

Siga estos procedimientos para actualizar sus puntos de conexión

Cuando actualices tus SageMaker puntos de enlace de Amazon, utiliza cualquiera de los siguientes 
procedimientos que se adapten a tus necesidades.
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Para actualizar los ajustes de definición de su modelo

1. Crea una nueva definición de modelo con la configuración actualizada mediante la CreateModel 
acción de la SageMaker API de Amazon.

2. Cree una nueva configuración de punto de conexión que utilice la nueva definición del modelo. 
Para ello, utiliza la CreateEndpointConfig acción de la SageMaker API de Amazon.

3. Actualice el dispositivo de punto de conexión con la nueva configuración de punto de conexión 
para que surta efecto la configuración de definición de modelo actualizada.

4. (Opcional) Elimine la configuración de punto de conexión anterior si no la va a utilizar con ningún 
otro punto de conexión. También puede eliminar los recursos que especificó en la definición 
del modelo si no los va a utilizar con ningún otro punto de conexión. Estos recursos incluyen 
artefactos de modelos en Amazon S3 e imágenes de inferencia.

Para actualizar la configuración del punto de conexión

1. Cree una nueva configuración de punto de conexión con la configuración actualizada.

2. Actualice el punto de conexión con la nueva configuración para que surtan efecto sus 
actualizaciones.

3. (Opcional) Elimine la configuración de punto de conexión anterior si no la va a utilizar con ningún 
otro punto de conexión. También puede eliminar los recursos que especificó en la definición 
del modelo si no los va a utilizar con ningún otro punto de conexión. Estos recursos incluyen 
artefactos de modelos en Amazon S3 e imágenes de inferencia.

Siempre que cree una nueva definición de modelo o configuración de punto de conexión, 
recomendamos que utilice un nombre exclusivo. Si desea actualizar estos recursos y conservar sus 
nombres originales, utilice los siguientes procedimientos.

Para actualizar la configuración del modelo y conservar el nombre del modelo original

1. Elimine la definición del modelo existente. En este punto, cualquier punto de conexión que utilice 
el modelo está dañado, pero se corrige esto en los pasos siguientes.

2. Vuelva a crear la definición del modelo con la configuración actualizada y utilice el mismo 
nombre de modelo.

3. Cree una nueva configuración de punto de conexión que utilice la definición actualizada del 
modelo.
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4. Actualice el punto de conexión con la nueva configuración de punto de conexión para que surtan 
efecto sus actualizaciones.

Para actualizar la configuración de su punto de conexión y conservar el nombre de la configuración 
original

1. Elimine la configuración de punto de conexión existente.

2. Cree una nueva configuración de punto de conexión con la configuración actualizada y utilice el 
nombre original.

3. Actualice el punto de conexión con la nueva configuración para que surtan efecto sus 
actualizaciones.

Características admitidas

Amazon SageMaker ofrece las siguientes cuatro opciones para implementar modelos con fines de 
inferencia.

• Inferencia en tiempo real para cargas de trabajo de inferencia con requisitos en tiempo real, 
interactivos y de baja latencia.

• Transformación por lotes para inferencias fuera de línea con grandes conjuntos de datos.

• Inferencia asíncrona para realizar inferencias prácticamente en tiempo real con entradas de gran 
tamaño que requieren tiempos de preprocesamiento más prolongados.

• Inferencia sin servidor para cargas de trabajo de inferencia que tienen períodos de inactividad 
entre picos de tráfico repentinos.

En la siguiente tabla se resumen las funciones principales de la plataforma compatibles con 
cada opción de inferencia. No muestra las funciones que pueden proporcionar los marcos, los 
contenedores Docker personalizados o el encadenamiento de diferentes servicios AWS.

Características admitidas 4920



Amazon SageMaker Guía para desarrolladores

Característica Inferencia en 
tiempo real

Transform 
ación por 
lotes

Inferencia 
asíncrona

Inferencia sin 
servidor

Contenedo 
res de 
Docker

Soporte de 
escalado 
automático

✓ N/A ✓ ✓ N/A

Soporte de 
GPU

✓1 ✓1 ✓1   1P, prediseña 
do, BYOC

Modelo único ✓ ✓ ✓ ✓ N/A

Punto de 
conexión 
multimodelo

✓       k-NN, 
XGBoost, 
aprendizaje 
lineal, RCF, 
TensorFlo 
w, Apache 
MXNet, 
PyTorch, 
scikit-learn 2

Punto de 
conexión 
con varios 
contenedores

✓       1P, prediseña 
do, Extend 
prediseñado, 
BYOC

Canalización 
de inferencia 
en serie

✓ ✓     1P, prediseña 
do, Extend 
prediseñado, 
BYOC

Recomenda 
dor de 
inferencias

✓       1P, prediseña 
do, Extend 
prediseñado, 
BYOC
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Característica Inferencia en 
tiempo real

Transform 
ación por 
lotes

Inferencia 
asíncrona

Inferencia sin 
servidor

Contenedo 
res de 
Docker

Compatibi 
lidad con 
enlace 
privado

✓ ✓ ✓   N/A

Soporte para 
captura de 
datos/monitor 
de modelos

✓ ✓     N/A

Compatible 
con DLC

1P, prediseña 
do, Extend 
prediseñado, 
BYOC

1P, prediseña 
do, Extend 
prediseñado, 
BYOC

1P, prediseña 
do, Extend 
prediseñado, 
BYOC

1P, prediseña 
do, Extend 
prediseñado, 
BYOC

N/A

Protocolos 
admitidos

HTTP(S) HTTP(S) HTTP(S) HTTP(S) N/A

Tamaño de 
carga

< 6 MB ≤ 100 MB ≤ 1 GB ≤ 4 MB  

Codificación 
fragmentada 
HTTP

Depende del 
marco, no se 
admite 1P

N/A Depende del 
marco, no se 
admite 1P

Depende del 
marco, no se 
admite 1P

N/A

Tiempo de 
espera de la 
solicitud

< 60 
segundos

Días 1 hora < 60 
segundos

N/A
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Característica Inferencia en 
tiempo real

Transform 
ación por 
lotes

Inferencia 
asíncrona

Inferencia sin 
servidor

Contenedo 
res de 
Docker

Barreras de 
protección 
de implement 
ación: 
implement 
aciones azul/
verde

✓ N/A ✓   N/A

Barreras de 
protección 
de implement 
ación: 
implement 
aciones 
continuas

✓ N/A ✓   N/A

Pruebas de 
sombra

✓       N/A

Escalado a 
cero

  N/A ✓ ✓ N/A

Compatibi 
lidad con los 
paquetes 
modelo de 
Market Place

✓ ✓     N/A

Compatibi 
lidad con 
nubes 
virtuales 
privadas

✓ ✓ ✓   N/A
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Característica Inferencia en 
tiempo real

Transform 
ación por 
lotes

Inferencia 
asíncrona

Inferencia sin 
servidor

Contenedo 
res de 
Docker

Compatibi 
lidad con 
múltiples 
variantes de 
producción

✓       N/A

Aislamiento 
de red

✓   ✓   N/A

Compatibi 
lidad con 
servicio 
paralelo 
modelo

✓3 ✓ ✓3   ✓3

Cifrado de 
volumen

✓ ✓ ✓ ✓ N/A

Cliente AWS 
KMS

✓ ✓ ✓ ✓ N/A

Instancias 
compatibles d

✓ ✓ ✓   N/A

soporte inf1 ✓       ✓

Con Sagemaker, puede implementar un único modelo o varios modelos detrás de un único punto 
de conexión de inferencia para realizar inferencias en tiempo real. En la siguiente tabla se resumen 
las funciones principales compatibles con las distintas opciones de alojamiento que vienen con la 
inferencia en tiempo real.
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Característica Puntos de 
conexión de 
modelo único

Puntos de 
conexión 
multimodelo

Canalización 
de inferencia en 
serie

Puntos de 
conexión con 
varios contenedo 
res

Soporte de 
escalado 
automático

✓ ✓ ✓ ✓

Soporte de GPU ✓ 1 ✓ ✓  

Modelo único ✓ ✓ ✓ ✓

Puntos de 
conexión 
multimodelo

  ✓ ✓ N/A

Puntos de 
conexión con 
varios contenedo 
res

✓     N/A

Canalización 
de inferencia en 
serie

✓ ✓ N/A  

Recomendador 
de inferencias

✓      

Compatibilidad 
con enlace 
privado

✓ ✓ ✓ ✓

Soporte para 
captura de 
datos/monitor de 
modelos

✓ N/A N/A N/A
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Característica Puntos de 
conexión de 
modelo único

Puntos de 
conexión 
multimodelo

Canalización 
de inferencia en 
serie

Puntos de 
conexión con 
varios contenedo 
res

Compatible con 
DLC

1P, prediseña 
do, Extend 
prediseñado, 
BYOC

k-NN, XGBoost, 
aprendizaje 
lineal, RCF, 
TensorFlow, 
Apache MXNet, 
PyTorch, scikit-le 
arn 2

1P, prediseña 
do, Extend 
prediseñado, 
BYOC

1P, prediseña 
do, Extend 
prediseñado, 
BYOC

Protocolos 
admitidos

HTTP(S) HTTP(S) HTTP(S) HTTP(S)

Tamaño de 
carga

< 6 MB < 6 MB < 6 MB < 6 MB

Tiempo de 
espera de la 
solicitud

< 60 segundos < 60 segundos < 60 segundos < 60 segundos

Barreras de 
protección 
de implement 
ación: implement 
aciones azul/
verde

✓ ✓ ✓ ✓

Barreras de 
protección 
de implement 
ación: implement 
aciones 
continuas

✓ ✓ ✓ ✓
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Característica Puntos de 
conexión de 
modelo único

Puntos de 
conexión 
multimodelo

Canalización 
de inferencia en 
serie

Puntos de 
conexión con 
varios contenedo 
res

Pruebas de 
sombra

✓      

Compatibilidad 
con los paquetes 
modelo de 
Market Place

✓      

Compatibi 
lidad con 
nubes virtuales 
privadas

✓ ✓ ✓ ✓

Compatibilidad 
con múltiples 
variantes de 
producción

✓   ✓ ✓

Aislamiento de 
red

✓ ✓ ✓ ✓

Compatibilidad 
con servicio 
paralelo modelo

✓ 3   ✓ 3  

Cifrado de 
volumen

✓ ✓ ✓ ✓

Cliente AWS 
KMS

✓ ✓ ✓ ✓

Instancias 
compatibles d

✓ ✓ ✓ ✓
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Característica Puntos de 
conexión de 
modelo único

Puntos de 
conexión 
multimodelo

Canalización 
de inferencia en 
serie

Puntos de 
conexión con 
varios contenedo 
res

soporte inf1 ✓      

1 La disponibilidad de los tipos de instancias de Amazon EC2 depende de la Región AWS. Para 
conocer la disponibilidad de instancias específicas de AWS, consulte los precios de Amazon 
SageMaker.

2 Para utilizar cualquier otro marco o algoritmo, use el conjunto de herramientas de inferencia de 
SageMaker para compilar un contenedor que admita puntos de conexión multimodelo.

3 Con Sagemaker, puede implementar modelos grandes (hasta 500 GB) para realizar inferencias. 
Puede configurar la comprobación del estado del contenedor y los tiempos de espera de descarga, 
de hasta 60 minutos. Esto le permitirá disponer de más tiempo para descargar y cargar el modelo y 
los recursos asociados. Para obtener más información, consulte SageMaker parámetros de punto 
final para la inferencia de modelos grandes. Puede utilizar contenedores de inferencia de modelos 
grandes compatibles con SageMaker. También puede utilizar bibliotecas de paralelización de 
modelos de terceros, como Triton con FasterTransformer y DeepSpeed. Debe asegurarse de que 
son compatibles con SageMaker.

Recursos

Utilice los siguientes recursos para solucionar problemas y como referencia, para responder a las 
preguntas frecuentes y para obtener más información sobre Amazon SageMaker.

Temas

• Blogs, cuadernos de ejemplo y recursos adicionales

• Solución de problemas y referencia

• Preguntas frecuentes sobre alojamiento de modelos

Recursos 4928

https://aws.amazon.com/sagemaker/pricing/
https://aws.amazon.com/sagemaker/pricing/
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#large-model-inference-containers
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#large-model-inference-containers
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Blogs, cuadernos de ejemplo y recursos adicionales

Las siguientes secciones contienen ejemplos y recursos adicionales para que pueda obtener más 
información sobre Amazon SageMaker.

Blogs y casos prácticos

Consulte la siguiente tabla para ver listas de blogs y casos prácticos sobre diversas funciones de 
inferencias de SageMaker. Puede utilizar los blogs para encontrar soluciones que funcionen para su 
caso de uso.

Característica Recursos

Inferencia en tiempo real • Introducción a la implementación de modelos 
en tiempo real en Amazon SageMaker

• Implementación de BLOOM-176B y 
OPT-30B en Amazon SageMaker con 
Contenedores de aprendizaje profundo y 
DeepSpeed

• Creación de una API de REST basada en 
machine learning con plantillas de mapeo de 
Amazon API Gateway y Amazon SageMaker

Escalado automático • Configuración de puntos de conexión de 
inferencia con escalado automático en 
Amazon SageMaker

Inferencia sin servidor • Inferencia sin servidor de Amazon 
SageMaker: inferencia de Machine Learning 
sin preocuparse por los servidores

• Alojamiento de modelos de transformadores 
Hugging Face mediante inferencia sin 
servidor de Amazon SageMaker

• Presentación del kit de herramientas de 
evaluación comparativa de inferencias sin 
servidor de Amazon SageMaker
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https://aws.amazon.com/blogs/machine-learning/getting-started-with-deploying-real-time-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/getting-started-with-deploying-real-time-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/deploy-bloom-176b-and-opt-30b-on-amazon-sagemaker-with-large-model-inference-deep-learning-containers-and-deepspeed/
https://aws.amazon.com/blogs/machine-learning/deploy-bloom-176b-and-opt-30b-on-amazon-sagemaker-with-large-model-inference-deep-learning-containers-and-deepspeed/
https://aws.amazon.com/blogs/machine-learning/deploy-bloom-176b-and-opt-30b-on-amazon-sagemaker-with-large-model-inference-deep-learning-containers-and-deepspeed/
https://aws.amazon.com/blogs/machine-learning/deploy-bloom-176b-and-opt-30b-on-amazon-sagemaker-with-large-model-inference-deep-learning-containers-and-deepspeed/
https://aws.amazon.com/blogs/machine-learning/creating-a-machine-learning-powered-rest-api-with-amazon-api-gateway-mapping-templates-and-amazon-sagemaker
https://aws.amazon.com/blogs/machine-learning/creating-a-machine-learning-powered-rest-api-with-amazon-api-gateway-mapping-templates-and-amazon-sagemaker
https://aws.amazon.com/blogs/machine-learning/creating-a-machine-learning-powered-rest-api-with-amazon-api-gateway-mapping-templates-and-amazon-sagemaker
https://aws.amazon.com/blogs/machine-learning/configuring-autoscaling-inference-endpoints-in-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/configuring-autoscaling-inference-endpoints-in-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/configuring-autoscaling-inference-endpoints-in-amazon-sagemaker/
https://aws.amazon.com/blogs/aws/amazon-sagemaker-serverless-inference-machine-learning-inference-without-worrying-about-servers/
https://aws.amazon.com/blogs/aws/amazon-sagemaker-serverless-inference-machine-learning-inference-without-worrying-about-servers/
https://aws.amazon.com/blogs/aws/amazon-sagemaker-serverless-inference-machine-learning-inference-without-worrying-about-servers/
https://aws.amazon.com/blogs/machine-learning/host-hugging-face-transformer-models-using-amazon-sagemaker-serverless-inference/
https://aws.amazon.com/blogs/machine-learning/host-hugging-face-transformer-models-using-amazon-sagemaker-serverless-inference/
https://aws.amazon.com/blogs/machine-learning/host-hugging-face-transformer-models-using-amazon-sagemaker-serverless-inference/
https://aws.amazon.com/blogs/machine-learning/introducing-the-amazon-sagemaker-serverless-inference-benchmarking-toolkit/
https://aws.amazon.com/blogs/machine-learning/introducing-the-amazon-sagemaker-serverless-inference-benchmarking-toolkit/
https://aws.amazon.com/blogs/machine-learning/introducing-the-amazon-sagemaker-serverless-inference-benchmarking-toolkit/
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Característica Recursos

Inferencia asíncrona • Ejecución de inferencias de visión artificial 
en vídeos de gran tamaño con los puntos de 
conexión asíncronos de Amazon SageMaker

• Creación de una solución de mantenimiento 
predictivo con Amazon Kinesis, AWS Glue y 
Amazon SageMaker

• Mejora de la investigación de alto valor con 
los puntos de conexión de Hugging Face y la 
inferencia asíncrona de Amazon SageMaker

Transformación por lotes • Asociación de los resultados de predicció 
n con los datos de entrada mediante 
la transformación por lotes de Amazon 
SageMaker

Puntos de conexión multimodelo • Ahorro en costes de inferencia mediante el 
uso de puntos de conexión multimodelo de 
Amazon SageMaker

• Ejecución de varios modelos de aprendiza 
je profundo en la GPU con los puntos 
de conexión multimodelo de Amazon 
SageMaker

• Cómo escalar la inferencia de machine 
learning para casos de uso de SaaS 
multiusuario

• Ejecución y optimización de la inferencia 
multimodelo con los puntos de conexión 
multimodelo de Amazon SageMaker

Canalización de inferencia en serie • Diseño de patrones para la inferencia en 
serie en Amazon SageMaker
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https://aws.amazon.com/blogs/machine-learning/run-computer-vision-inference-on-large-videos-with-amazon-sagemaker-asynchronous-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-computer-vision-inference-on-large-videos-with-amazon-sagemaker-asynchronous-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-computer-vision-inference-on-large-videos-with-amazon-sagemaker-asynchronous-endpoints/
https://aws.amazon.com/blogs/machine-learning/build-a-predictive-maintenance-solution-with-amazon-kinesis-aws-glue-and-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/build-a-predictive-maintenance-solution-with-amazon-kinesis-aws-glue-and-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/build-a-predictive-maintenance-solution-with-amazon-kinesis-aws-glue-and-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/improve-high-value-research-with-hugging-face-and-amazon-sagemaker-asynchronous-inference-endpoints/
https://aws.amazon.com/blogs/machine-learning/improve-high-value-research-with-hugging-face-and-amazon-sagemaker-asynchronous-inference-endpoints/
https://aws.amazon.com/blogs/machine-learning/improve-high-value-research-with-hugging-face-and-amazon-sagemaker-asynchronous-inference-endpoints/
https://aws.amazon.com/blogs/machine-learning/associating-prediction-results-with-input-data-using-amazon-sagemaker-batch-transform/
https://aws.amazon.com/blogs/machine-learning/associating-prediction-results-with-input-data-using-amazon-sagemaker-batch-transform/
https://aws.amazon.com/blogs/machine-learning/associating-prediction-results-with-input-data-using-amazon-sagemaker-batch-transform/
https://aws.amazon.com/blogs/machine-learning/associating-prediction-results-with-input-data-using-amazon-sagemaker-batch-transform/
https://aws.amazon.com/blogs/machine-learning/save-on-inference-costs-by-using-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/save-on-inference-costs-by-using-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/save-on-inference-costs-by-using-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-multiple-deep-learning-models-on-gpu-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-multiple-deep-learning-models-on-gpu-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-multiple-deep-learning-models-on-gpu-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-multiple-deep-learning-models-on-gpu-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/how-to-scale-machine-learning-inference-for-multi-tenant-saas-use-cases/
https://aws.amazon.com/blogs/machine-learning/how-to-scale-machine-learning-inference-for-multi-tenant-saas-use-cases/
https://aws.amazon.com/blogs/machine-learning/how-to-scale-machine-learning-inference-for-multi-tenant-saas-use-cases/
https://aws.amazon.com/blogs/machine-learning/run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/design-patterns-for-serial-inference-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/design-patterns-for-serial-inference-on-amazon-sagemaker/
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Característica Recursos

Puntos de conexión con varios contenedores • Inferencia rentable de machine learning 
con modelos de varios marcos en Amazon 
SageMaker

Ejecución de conjuntos de modelos • Ejecución de conjuntos de modelos de ML en 
Amazon SageMaker

Recomendador de inferencias • Cuaderno de ejemplo del recomendador de 
inferencias de SageMaker

• Cuaderno de ejemplo de análisis de opinión 
BERT con el recomendador de inferencias 
de SageMaker para HuggingFace

• Consecución de un rendimiento a hiperesca 
la para el servicio de modelos con el servidor 
de inferencia de NVIDIA Triton en Amazon 
SageMaker

Blogs, cuadernos de ejemplo y recursos adicionales 4931

https://aws.amazon.com/blogs/machine-learning/cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/run-ensemble-ml-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/run-ensemble-ml-models-on-amazon-sagemaker/
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://aws.amazon.com/blogs/machine-learning/achieve-hyperscale-performance-for-model-serving-using-nvidia-triton-inference-server-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/achieve-hyperscale-performance-for-model-serving-using-nvidia-triton-inference-server-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/achieve-hyperscale-performance-for-model-serving-using-nvidia-triton-inference-server-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/achieve-hyperscale-performance-for-model-serving-using-nvidia-triton-inference-server-on-amazon-sagemaker/
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Característica Recursos

Serie de blogs sobre alojamiento de modelos 
avanzados

• Parte 1: Patrones de diseño comunes 
para crear aplicaciones de ML en Amazon 
SageMaker

• Parte 2: Introducción a la implementación de 
modelos en tiempo real en SageMaker

• Parte 3: Ejecución y optimización de la 
inferencia multimodelo con los puntos 
de conexión multimodelo de Amazon 
SageMaker

• Parte 4: Diseño de patrones para la inferenci 
a en serie en Amazon SageMaker

• Parte 5: Inferencia rentable de machine 
learning con modelos de varios marcos en 
Amazon SageMaker

• Parte 6: Recomendaciones para probar y 
actualizar modelos en SageMaker

• Parte 7: Ejecución de conjuntos de modelos 
de ML en Amazon SageMaker

Ejemplo de blocs de notas

Consulte la siguiente tabla para ver ejemplos de cuadernos que pueden ayudarle a obtener más 
información sobre las inferencias en SageMaker.

Característica Ejemplo de blocs de notas

Recomendador de inferencias • Cuaderno de ejemplo del recomendador de 
inferencias de SageMaker

• Cuaderno de ejemplo de análisis de opinión 
BERT con el recomendador de inferencias 
de SageMaker para HuggingFace
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https://aws.amazon.com/blogs/machine-learning/model-hosting-patterns-in-amazon-sagemaker-part-1-common-design-patterns-for-building-ml-applications-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/model-hosting-patterns-in-amazon-sagemaker-part-1-common-design-patterns-for-building-ml-applications-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/model-hosting-patterns-in-amazon-sagemaker-part-1-common-design-patterns-for-building-ml-applications-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-2-model-hosting-patterns-in-amazon-sagemaker-getting-started-with-deploying-real-time-models-on-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-2-model-hosting-patterns-in-amazon-sagemaker-getting-started-with-deploying-real-time-models-on-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-3-model-hosting-patterns-in-amazon-sagemaker-run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/part-3-model-hosting-patterns-in-amazon-sagemaker-run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/part-3-model-hosting-patterns-in-amazon-sagemaker-run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/part-3-model-hosting-patterns-in-amazon-sagemaker-run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/part-4-model-hosting-patterns-in-amazon-sagemaker-design-patterns-for-serial-inference-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-4-model-hosting-patterns-in-amazon-sagemaker-design-patterns-for-serial-inference-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-5-model-hosting-patterns-in-amazon-sagemaker-cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-5-model-hosting-patterns-in-amazon-sagemaker-cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-5-model-hosting-patterns-in-amazon-sagemaker-cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-6-model-hosting-patterns-in-amazon-sagemaker-best-practices-in-testing-and-updating-models-on-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-6-model-hosting-patterns-in-amazon-sagemaker-best-practices-in-testing-and-updating-models-on-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-7-model-hosting-patterns-in-amazon-sagemaker-run-ensemble-ml-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-7-model-hosting-patterns-in-amazon-sagemaker-run-ensemble-ml-models-on-amazon-sagemaker/
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
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Característica Ejemplo de blocs de notas

Optimización de modelos de lenguaje grandes 
(LLM) para SageMaker

Taller de LLM de IA generativa

Recursos adicionales

Si desea obtener más información sobre cada opción de inferencia de SageMaker en detalle, puede 
ver el video que aparece a continuación.

Implementación de modelos de ML para realizar inferencias con un alto rendimiento y un bajo costo

Solución de problemas y referencia

Puede utilizar los siguientes recursos y documentación de referencia para comprender las 
recomendaciones al utilizar las inferencias de SageMaker y solucionar problemas relacionados con 
las implementaciones de modelos:

• Para solucionar los problemas relacionados con las implementaciones de modelos, consulte
Solucionar problemas de implementaciones de SageMaker modelos de Amazon.

• Para conocer las prácticas recomendadas para la implementación de modelos, consulte Prácticas 
recomendadas.

• Para obtener información de referencia acerca del tamaño de los volúmenes de almacenamiento 
proporcionados para cada tamaño de instancias de alojamiento, consulte Alojamiento de 
volúmenes de almacenamiento de instancias.

• Para obtener información de referencia sobre los límites y las cuotas de SageMaker, consulte
Puntos de conexión y cuotas de Amazon SageMaker.

• Para conocer las preguntas frecuentes sobre SageMaker, consulte Preguntas frecuentes sobre 
alojamiento de modelos.

Preguntas frecuentes sobre alojamiento de modelos

Consulte las siguientes preguntas frecuentes para obtener respuestas a las preguntas más 
frecuentes sobre alojamiento de inferencias de SageMaker.

Solución de problemas y referencia 4933

https://github.com/aws/amazon-sagemaker-examples/tree/main/inference/generativeai/llm-workshop
https://www.youtube.com/embed/4FqHt5bmS2o
https://docs.aws.amazon.com/sagemaker/latest/dg/best-practices.html
https://docs.aws.amazon.com/sagemaker/latest/dg/best-practices.html
https://docs.aws.amazon.com/general/latest/gr/sagemaker.html
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Alojamiento general

Los siguientes elementos de preguntas frecuentes responden a preguntas generales frecuentes 
sobre las inferencias en SageMaker.

P: ¿Qué opciones de implementación ofrece Amazon SageMaker?

R: Después de crear y entrenar los modelos, Amazon SageMaker ofrece cuatro opciones para 
implementarlos de manera que pueda empezar a hacer predicciones. La inferencia en tiempo real 
es adecuada para cargas de trabajo con requisitos de latencia de milisegundos, tamaños de carga 
útil de hasta 6 MB y tiempos de procesamiento de hasta 60 segundos. La transformación por lotes 
es ideal para realizar predicciones sin conexión en grandes lotes de datos que están disponibles 
por adelantado. La inferencia asíncrona está diseñada para cargas de trabajo que no requieren una 
latencia inferior a un segundo, tamaños de carga útil de hasta 1 GB y tiempos de procesamiento 
de hasta 15 minutos. Con la inferencia sin servidor, puede implementar rápidamente modelos de 
machine learning para realizar inferencias sin tener que configurar ni administrar la infraestructura 
subyacente, y solo paga por la capacidad de cómputo utilizada para procesar las solicitudes de 
inferencia, lo que resulta ideal para cargas de trabajo intermitentes.

P: ¿Cómo elijo una opción de implementación de modelos en SageMaker?

R: El siguiente diagrama puede ayudarle a elegir una opción de implementación de modelos de 
alojamiento de SageMaker.

Preguntas frecuentes sobre alojamiento de modelos 4934
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El diagrama anterior le guía a través del siguiente proceso de decisión. Si desea procesar las 
solicitudes en lotes, puede elegir la transformación por lotes. De lo contrario, si desea recibir 
inferencias para cada solicitud a su modelo, es posible que prefiera elegir la inferencia asíncrona, 
la inferencia sin servidor o la inferencia en tiempo real. Puede elegir la inferencia asíncrona si 
tiene tiempos de procesamiento prolongados o grandes cargas útiles y desea poner en cola las 
solicitudes. Puede elegir la inferencia sin servidor si su carga de trabajo tiene tráfico impredecible 
o intermitente. Puede elegir la inferencia en tiempo real si tiene un tráfico constante y necesita una 
latencia menor y uniforme para sus solicitudes.

P: He oído que la inferencia de SageMaker sale cara. ¿Cuál es la mejor forma de optimizar mis 
costos a la hora de alojar modelos?

R: Para optimizar sus costos con las inferencias de SageMaker, debe elegir la opción de alojamiento 
adecuada para su caso de uso. También puede utilizar funciones de inferencia como Amazon 
SageMaker Savings Plans, la optimización de modelos con SageMaker Neo, los puntos de conexión 
multimodelo y los puntos de conexión multicontenedor, o el escalado automático. Para obtener 
consejos sobre cómo optimizar los costes de inferencia, consulte Mejores prácticas de optimización 
de costes de inferencia.
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P: ¿Por qué debo usar el Recomendador de inferencias de Amazon SageMaker?

R: Debe utilizar el Recomendador de inferencias de Amazon SageMaker si necesita 
recomendaciones para la configuración correcta de los puntos de conexión con el fin de mejorar el 
rendimiento y reducir los costos. Anteriormente, los científicos de datos que deseaban implementar 
sus modelos tenían que realizar pruebas de rendimiento manuales para seleccionar la configuración 
adecuada del punto de conexión. En primer lugar, tenían que seleccionar el tipo de instancia de 
machine learning adecuada entre los más de 70 tipos de instancias disponibles en función de los 
requisitos de recursos de sus modelos y las cargas útiles de muestra, y luego optimizar el modelo 
para tener en cuenta los diferentes tipos de hardware. Luego tenían que realizar pruebas de carga 
exhaustivas para comprobar que se cumplían los requisitos de latencia y rendimiento y que los 
costos eran bajos. El recomendador de inferencias elimina esta complejidad al ayudarle a hacer lo 
siguiente:

• Comience en cuestión de minutos con una recomendación de instancias.

• Realice pruebas de carga en todos los tipos de instancias para obtener recomendaciones sobre la 
configuración de sus puntos de conexión en cuestión de horas.

• Ajuste automáticamente los parámetros del servidor de contenedores y modelos, y realice 
optimizaciones de modelos para un tipo de instancia determinado.

P: ¿Qué es un servidor de modelos?

R: Los puntos de conexión de SageMaker son puntos de conexión HTTP REST que utilizan un 
servidor web en contenedores, que incluye un servidor de modelos. Estos contenedores se encargan 
de cargar y atender las solicitudes de un modelo de machine learning. Implementan un servidor web 
que responde a /invocations y /ping en el puerto 8080.

Los servidores de modelos más comunes incluyen TensorFlow Serving, TorchServe y Multi Model 
Server. Los contenedores de marcos de SageMaker tienen estos servidores de modelos integrados.

P: ¿Qué es el sistema Bring Your Own Container (utilice su propio contenedor) con Amazon 
SageMaker?

R: Todo lo que hay en las inferencias de SageMaker está en contenedores. SageMaker proporciona 
contenedores administrados para marcos populares como TensorFlow, SKLearn y HuggingFace. 
Para obtener una lista completa y actualizada de esas imágenes, consulte Imágenes disponibles.

A veces, hay marcos personalizados para los que es posible que necesite crear un contenedor. 
Este enfoque se conoce como Bring Your Own Container o BYOC. Con el enfoque BYOC, usted 
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proporciona la imagen de Docker para configurar su marco o biblioteca. A continuación, inserta 
la imagen en Amazon Elastic Container Registry (Amazon ECR) para poder utilizar la imagen 
con SageMaker. Para ver un ejemplo de un enfoque BYOC, consulte Información general de los 
contenedores para Amazon SageMaker.

Como alternativa, en lugar de crear una imagen desde cero, puede ampliar un contenedor. Puede 
tomar una de las imágenes de base que proporciona SageMaker y agregar sus dependencias sobre 
ella en su Dockerfile.

P: ¿Necesito entrenar mis modelos en SageMaker para alojarlos en los puntos de conexión de 
SageMaker?

R: SageMaker ofrece la posibilidad de crear su propio modelo de marco entrenado que haya 
entrenado fuera de SageMaker e implementarlo en cualquiera de las opciones de alojamiento de 
SageMaker.

SageMaker requiere que empaquete el modelo en un archivo model.tar.gz y que tenga una 
estructura de directorios específica. Cada marco tiene su propia estructura de modelo (consulte la 
siguiente pregunta para ver ejemplos de estructuras). Para obtener más información, consulte la 
documentación del SageMaker Python SDK para TensorFlow, PyTorch y MXNet.

Si bien para alojar su modelo entrenado puede elegir entre imágenes de marco prediseñadas, como 
TensorFlow, PyTorch y MXNet, también puede crear su propio contenedor para alojar sus modelos 
entrenados en los puntos de conexión de SageMaker. Para ver un tutorial, consulte el ejemplo del 
cuaderno de Jupyter: Creación de su propio contenedor de algoritmos.

P: ¿Cómo debo estructurar mi modelo si quiero implementarlo en SageMaker pero no entrenarlo en 
SageMaker?

R: SageMaker requiere que los artefactos del modelo se compriman en un archivo .tar.gz o en 
un tarball. SageMaker extrae automáticamente este archivo .tar.gz en el directorio /opt/ml/
model/ de su contenedor. El tarball no debe contener symlinks ni archivos innecesarios. Si utiliza 
uno de los contenedores del marco, como TensorFlow, PyTorch o MXNet, el contenedor espera que 
su estructura TAR sea la siguiente:

TensorFlow

model.tar.gz/ 
             |--[model_version_number]/ 
                                       |--variables 
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                                       |--saved_model.pb 
            code/ 
                |--inference.py 
                |--requirements.txt

PyTorch

model.tar.gz/ 
             |- model.pth 
             |- code/ 
                     |- inference.py 
                     |- requirements.txt  # only for versions 1.3.1 and higher

MXNet

model.tar.gz/ 
            |- model-symbol.json 
            |- model-shapes.json 
            |- model-0000.params 
            |- code/ 
                    |- inference.py 
                    |- requirements.txt # only for versions 1.6.0 and higher

P: Al invocar un punto de conexión de SageMaker, puedo proporcionar un ContentType y un tipo 
MIME Accept. ¿Cuál se utiliza para identificar el tipo de datos que se envía y recibe?

R: ContentType es el tipo MIME de los datos de entrada en el cuerpo de la solicitud (el tipo MIME 
de los datos que se envían a su punto de conexión). El servidor de modelos utiliza el ContentType
para determinar si puede gestionar el tipo proporcionado o no.

Accept es el tipo MIME de la respuesta de inferencia (el tipo MIME de los datos que devuelve su 
punto de conexión). El servidor de modelos utiliza el tipo Accept para determinar si puede gestionar 
la devolución del tipo proporcionado o no.

Los tipos MIME más comunes incluyen text/csv, application/json, y application/
jsonlines.

P: ¿Cuáles son los formatos de datos compatibles con las inferencias de SageMaker?

R: SageMaker pasa cualquier solicitud al contenedor del modelo sin modificarla. El contenedor 
debe contener la lógica necesaria para deserializar la solicitud. Para obtener información sobre 
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los formatos definidos para los algoritmos integrados, consulte Formatos de datos comunes para 
la inferencia. Si va a crear su propio contenedor o utiliza un contenedor de marco de SageMaker, 
puede incluir la lógica para aceptar el formato de solicitud que prefiera.

Del mismo modo, SageMaker también devuelve la respuesta sin modificaciones y, a continuación, 
el cliente debe deserializar la respuesta. En el caso de los algoritmos integrados, devuelven las 
respuestas en formatos específicos. Si va a crear su propio contenedor o utiliza un contenedor de 
marco de SageMaker, puede incluir la lógica para devolver una respuesta en el formato que prefiera.

P: ¿Cómo puedo invocar mi punto de conexión con datos binarios, como vídeos o imágenes?

Utilice la llamada a la API Invoke Endpoint para hacer inferencias a su punto de conexión.

Al pasar la entrada como carga útil a la API InvokeEndpoint, debe proporcionar el tipo de 
datos de entrada correcto que espera el modelo. Al transferir una carga útil a la llamada a la API
InvokeEndpoint, los bytes de la solicitud se reenvían directamente al contenedor del modelo. Por 
ejemplo, para una imagen, puede utilizar application/jpeg para el ContentType y asegurarse 
de que su modelo pueda realizar inferencias con este tipo de datos. Esto se aplica a JSON, CSV, 
vídeo o cualquier otro tipo de entrada con la que pueda estar trabajando.

Otro factor que tener en cuenta son los límites de tamaño de la carga útil. En términos de puntos 
de conexión en tiempo real y sin servidor, el límite de carga útil es de 6 MB. Puede dividir el vídeo 
en varios fotogramas e invocar el punto de conexión con cada fotograma de forma individual. Como 
alternativa, si su caso de uso lo permite, puede enviar todo el vídeo de la carga útil mediante un 
punto de conexión asíncrono, que admita cargas útiles de hasta 1 GB.

Para ver un ejemplo que muestra cómo ejecutar la inferencia por visión artificial en vídeos de gran 
tamaño con la inferencia asíncrona, consulte esta entrada de blog.

Inferencia en tiempo real

Los siguientes elementos de preguntas frecuentes responden a preguntas frecuentes sobre las 
inferencias en tiempo real en SageMaker.

P: ¿Cómo se crea un punto de conexión de SageMaker?

R: Puede crear un punto de conexión de SageMaker mediante herramientas compatibles con 
AWS, como los AWS SDK, el SageMaker Python SDK, la AWS Management Console, la AWS 
CloudFormation y la AWS Cloud Development Kit (AWS CDK).
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Hay tres entidades clave en la creación de puntos de conexión: un modelo de SageMaker, una 
configuración de punto de conexión de SageMaker y un punto de conexión de SageMaker. El modelo 
de SageMaker apunta hacia los datos y la imagen del modelo que está utilizando. La configuración 
del punto de conexión define las variantes de producción, que pueden incluir el tipo de instancia 
y el número de instancias. A continuación, puede utilizar la llamada a la API create_endpoint o la 
llamada .deploy() para que SageMaker cree un punto de conexión utilizando los metadatos de la 
configuración de su modelo y punto de conexión.

P: ¿Necesito usar el SageMaker Python SDK para crear/invocar puntos de conexión?

R: No, puede usar los distintos AWS SDK (consulte Invoke/Create para ver los SDK disponibles) o 
incluso llamar directamente a las API web correspondientes.

P: ¿Cuál es la diferencia entre los puntos de conexión multimodelo (MME) y los servidores 
multimodelo (MMS)?

R: Un punto de conexión multimodelo es una opción de inferencia en tiempo real que ofrece 
SageMaker. Con los puntos de conexión multimodelo, puede alojar miles de modelos en un punto de 
conexión. El servidor multimodelo es un marco de código abierto para ofrecer modelos de machine 
learning. Proporciona las capacidades de administración de modelos y front-end HTTP requeridas 
por los puntos de conexión multimodelo para alojar varios modelos dentro de un único contenedor, 
cargar y descargar modelos del contenedor dinámicamente y realizar inferencia en un modelo 
cargado especificado.

P: ¿Cuáles son las diferentes arquitecturas de implementación de modelos compatibles con la 
inferencia en tiempo real?

R: La inferencia en tiempo real de SageMaker admite varias arquitecturas de implementación 
de modelos, como puntos de conexión multimodelo, puntos de conexión multicontenedor y 
canalizaciones de inferencia en serie.

Puntos de conexión multimodelo (MME): un MME permite a los clientes implementar miles de 
modelos hiperpersonalizados de forma rentable. Todos los modelos se implementan en una flota de 
recursos compartidos. El MME funciona mejor cuando los modelos tienen un tamaño y una latencia 
similares y pertenecen al mismo marco de ML. Estos puntos de conexión son ideales para cuando no 
es necesario llamar al mismo modelo en todo momento. Puede cargar dinámicamente los modelos 
respectivos en el punto de conexión de SageMaker para atender su solicitud.

Puntos de conexión multicontenedor (MCE): un MCE permite a los clientes implementar 15 
contenedores diferentes con diversos marcos y funcionalidades de ML sin arranques en frío y, al 
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mismo tiempo, usar un solo punto de conexión de SageMaker. Puede invocar directamente estos 
contenedores. Un MCE es ideal para cuando quiera guardar todos los modelos en la memoria.

Canalizaciones de inferencia en serie (SIP): puede utilizar una SIP para encadenar de 2 a 15 
contenedores en un único punto de conexión. Una SIP resulta especialmente adecuada para 
combinar el preprocesamiento y la inferencia de modelos en un punto de conexión y para 
operaciones de baja latencia.

Inferencia sin servidor

Los siguientes elementos de preguntas frecuentes responden a preguntas generales frecuentes 
sobre las inferencias sin servidor de Amazon SageMaker.

P: ¿Qué es la inferencia sin servidor de Amazon SageMaker?

R: Inferencia sin servidor es una opción de provisión de modelos sin servidor diseñada 
específicamente que facilita la implementación y el escalado de los modelos de ML. Los puntos de 
conexión de inferencias sin servidor inician automáticamente los recursos de computación y los 
amplían y reducen en función del tráfico, lo que elimina la necesidad de elegir tipos de instancias, 
ejecutar capacidades aprovisionadas o administrar el escalado. Puede especificar los requisitos 
de memoria para su punto de conexión sin servidor. Solo paga por la duración de la ejecución del 
código de inferencia y la cantidad de datos procesados, no por los períodos de inactividad.

P: ¿Por qué debo utilizar la inferencia sin servidor?

R: La inferencia sin servidor simplifica la experiencia del desarrollador al eliminar la necesidad de 
aprovisionar la capacidad por adelantado y administrar las políticas de escalado. La inferencia 
sin servidor puede escalar instantáneamente de decenas a miles de inferencias en cuestión de 
segundos en función de los patrones de uso, lo que la hace ideal para aplicaciones de machine 
learning con tráfico intermitente o impredecible. Por ejemplo, un servicio de chatbot que utiliza una 
empresa de procesamiento de nóminas experimenta un aumento de las consultas al final del mes, 
mientras que el tráfico es intermitente durante el resto del mes. En estos casos, el aprovisionamiento 
de instancias durante todo el mes no resulta rentable, ya que se acaba pagando por los períodos de 
inactividad.

La inferencia sin servidor ayuda a abordar este tipo de casos de uso al proporcionarle un escalado 
automático y rápido desde el primer momento sin necesidad de pronosticar el tráfico por adelantado 
ni de administrar las políticas de escalado. Además, solo paga por el tiempo de computación 
necesario para ejecutar el código de inferencia y para el procesamiento de datos, lo que lo hace ideal 
para cargas de trabajo con tráfico intermitente.
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P: ¿Cómo elijo el tamaño de memoria adecuado para mi punto de conexión sin servidor?

R: Su punto de conexión sin servidor tiene un tamaño de RAM mínimo de 1024 MB (1 GB) y el 
tamaño máximo de RAM que puede elegir es de 6144 MB (6 GB). Los tamaños de memoria que 
puede elegir son 1024 MB, 2048 MB, 3072 MB, 4096 MB, 5120 MB o 6144 MB. La inferencia sin 
servidor asigna automáticamente los recursos de procesamiento proporcionales a la memoria que 
seleccione. Si elige un tamaño de memoria mayor, su contenedor tendrá acceso a más vCPU.

Seleccione el tamaño de memoria de su punto de conexión de acuerdo con el tamaño de su modelo. 
Por lo general, el tamaño de la memoria debe ser al menos tan grande como el tamaño del modelo. 
Es posible que deba realizar una evaluación comparativa para elegir la memoria adecuada para su 
modelo en función de sus SLA de latencia. Los incrementos de tamaño de la memoria tienen precios 
diferentes; consulte la página de precios de Amazon SageMaker para obtener más información.

Transformación por lotes

Los siguientes elementos de preguntas frecuentes responden a preguntas frecuentes sobre la 
transformación por lotes en SageMaker.

P: ¿Cómo divide mis datos la transformación por lotes?

R: Para formatos de archivo específicos, como CSV, RecordIO y TFRecord, SageMaker puede 
dividir los datos en minilotes de uno o varios registros y enviarlos como carga útil al contenedor 
del modelo. Cuando el valor de BatchStrategy es MultiRecord, SageMaker envía el número 
máximo de registros de cada solicitud, hasta un límite de MaxPayloadInMB. Cuando el valor de
BatchStrategy es SingleRecord, SageMaker envía registros individuales en cada solicitud.

P: ¿Cuál es el tiempo de espera máximo para la transformación por lotes y el límite de carga útil de 
un solo registro?

R: El tiempo de espera máximo para la transformación por lotes es de 3600 segundos. El tamaño 
máximo de la carga útil de un registro (por minilote) es de 100 MB.

P: ¿Cómo puedo acelerar un trabajo de transformación por lotes?

R: Si está utilizando la API CreateTransformJob, puede reducir el tiempo necesario para 
completar los trabajos de transformación por lotes utilizando valores óptimos para parámetros 
como MaxPayloadInMB, MaxConcurrentTransforms o BatchStrategy. El valor ideal para
MaxConcurrentTransforms es igual al número de procesos de computación en el trabajo de 
transformación por lotes. Si usa la consola de SageMaker, podrá especificar estos valores óptimos 
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de parámetros en la sección Configuración adicional de la página Configuración del trabajo de 
transformación por lotes. SageMaker busca automáticamente los ajustes de parámetros óptimos 
para los algoritmos integrados. Para los algoritmos personalizados, proporcione estos valores a 
través de un punto de conexión execution-parameters.

P: ¿Cuáles son los formatos de datos compatibles de forma nativa con la transformación por lotes?

R: La transformación por lotes es compatible con CSV y JSON.

Inferencia asíncrona

Los siguientes elementos de preguntas frecuentes responden a preguntas generales frecuentes 
sobre las inferencias asíncronas en SageMaker.

P: ¿Qué es la inferencia asíncrona de Amazon SageMaker?

R: La inferencia asíncrona pone en cola las solicitudes de inferencia entrantes y las procesa 
de forma asíncrona. Esta opción es ideal para solicitudes con cargas útiles grandes o tiempos 
de procesamiento prolongados que deben procesarse a medida que llegan. Si lo desea, puede 
configurar los ajustes de escalado automático para reducir verticalmente el recuento de instancias a 
cero cuando no se estén procesando solicitudes de forma activa.

P: ¿Cómo puedo escalar mis puntos de conexión a 0 cuando no haya tráfico?

R: Amazon SageMaker admite el escalado automático (autoescalado) de su punto de conexión 
asíncrono. El escalado automático ajusta dinámicamente el número de instancias aprovisionadas 
para un modelo en respuesta a los cambios en su carga de trabajo. A diferencia de otros modelos 
alojados compatibles con SageMaker, con la inferencia asíncrona también puede reducir 
verticalmente sus instancias de puntos de conexión asíncronos a cero. Las solicitudes que se reciben 
cuando no hay ninguna instancia se ponen en cola para su procesamiento cuando el punto de 
conexión escale verticalmente. Para obtener más información, consulte Escalado automático de un 
punto de conexión asíncrono.

La inferencia sin servidor de Amazon SageMaker también se reduce verticalmente a cero de forma 
automática. Esto no lo verá, porque SageMaker gestiona el escalado de sus puntos de conexión sin 
servidor, pero si no experimenta tráfico, se aplica la misma infraestructura.
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Implementación de MLOps

Amazon SageMaker admite funciones para implementar modelos de aprendizaje automático en 
entornos de producción con integración e implementación continuas. En los siguientes temas 
se proporciona información sobre cómo configurar la infraestructura de MLOps durante su uso. 
SageMaker

Temas

• ¿Por qué debe utilizar MLOps?

• SageMaker Experimentos

• SageMaker flujos de trabajo

• Seguimiento del linaje de Amazon SageMaker ML

• Registro e implementación de modelos con el registro de modelos

• Despliegue del modelo en SageMaker

• SageMaker Monitor de modelo

• Automatice los MLOP con proyectos SageMaker

• Preguntas frecuentes sobre Amazon SageMaker MLOps

¿Por qué debe utilizar MLOps?

A medida que pasa de ejecutar proyectos individuales de inteligencia artificial y machine learning (IA/
ML) a utilizar IA y ML para transformar su empresa a gran escala, la disciplina de las operaciones 
de ML (MLOps) puede ser de ayuda. MLOps tiene en cuenta los aspectos únicos de los proyectos 
de IA/ML en lo que respecta a la administración de proyectos, la CI/CD y el control de calidad, lo 
que le ayuda a mejorar los tiempos de entrega, reducir los defectos y lograr que la ciencia de datos 
sea más productiva. Los MLOP se refieren a una metodología que se basa en la aplicación de 
DevOps prácticas a las cargas de trabajo de aprendizaje automático. Para un análisis de DevOps 
los principios, consulte el documento técnico Introduction to DevOps on AWS. Para obtener más 
información sobre la implementación mediante servicios de AWS, consulte Practicing CI/CD on AWS
e Infrastructure as Code.

Por ejemplo DevOps, el MLOps se basa en un enfoque colaborativo y simplificado del ciclo de vida 
del desarrollo del aprendizaje automático, en el que la intersección de las personas, los procesos y la 
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tecnología optimiza las end-to-end actividades necesarias para desarrollar, crear y operar las cargas 
de trabajo del aprendizaje automático.

El mLOps se centra en la intersección de la ciencia de datos y la ingeniería de datos en combinación 
con DevOps las prácticas existentes para agilizar la entrega de modelos a lo largo del ciclo de vida 
del desarrollo del aprendizaje automático. MLOps es la disciplina que integra las cargas de trabajo de 
ML en la administración de versiones, la CI/CD y las operaciones. MLOps requiere la integración del 
desarrollo de software, las operaciones, la ingeniería de datos y la ciencia de datos.

Desafíos de MLOps

Si bien MLOps puede proporcionar herramientas valiosas para ayudarle a escalar su empresa, es 
posible que se enfrente a determinados problemas al integrar MLOps en sus cargas de trabajo de 
machine learning.

Administración de proyectos

• En los proyectos de ML participan científicos de datos, un rol relativamente nuevo y que no suele 
integrarse en equipos multifuncionales. Estos nuevos miembros del equipo suelen hablar un 
lenguaje técnico muy diferente al de los propietarios de productos y los ingenieros de software, lo 
que agrava el problema habitual de traducir los requisitos empresariales en requisitos técnicos.

Comunicación y colaboración

• Aumentar la visibilidad de los proyectos de aprendizaje automático y permitir la colaboración entre 
diferentes partes interesadas, como ingenieros de datos, científicos de datos e ingenieros de 
aprendizaje automático, DevOps es cada vez más importante para garantizar resultados exitosos.

Todo es código

• Uso de los datos de producción en las actividades de desarrollo, ciclos de vida de experimentación 
más prolongados, dependencias de las canalizaciones de datos, reentrenamiento de 
canalizaciones de implementación y métricas únicas para evaluar el rendimiento de un modelo.

• Los modelos suelen tener un ciclo de vida independiente de las aplicaciones y los sistemas que se 
integran con esos modelos.

• Todo el end-to-end sistema se puede reproducir mediante código versionado y artefactos. 
DevOps Los proyectos utilizan la infraestructura como código (IaC) y la configuración como código 

Desafíos de MLOps 4945



Amazon SageMaker Guía para desarrolladores

(CaC) para crear entornos, y los canales como código (PaC) para garantizar patrones de CI/CD 
consistentes. Las canalizaciones deben integrarse con los flujos de trabajo de entrenamiento 
de ML y macrodatos. Esto suele significar que la canalización es una combinación de una 
herramienta de CI/CD tradicional y otro motor de flujo de trabajo. Muchos proyectos de ML 
presentan importantes preocupaciones en materia de política, por lo que es posible que la 
canalización también tenga que hacer cumplir esas políticas. Los datos de entrada sesgados 
producen resultados sesgados, lo que preocupa cada vez más a las partes interesadas de la 
empresa.

CI/CD

• En MLOps, los datos de origen son una entrada de primera clase, junto con el código fuente. Por 
eso, MLOps exige el control de versiones de los datos de origen y se inicien las ejecuciones de la 
canalización de ejecución cuando los datos de origen o de inferencia cambian.

• Las canalizaciones también deben versionar los modelos de ML, junto con las entradas y otras 
salidas, a fin de garantizar la trazabilidad.

• Las pruebas automatizadas deben incluir la validación adecuada del modelo de ML durante las 
fases de construcción y cuando el modelo está en producción.

• Las fases de creación pueden incluir el entrenamiento y el reentrenamiento del modelo, un 
proceso que requiere mucho tiempo y recursos. Las canalizaciones deben ser lo suficientemente 
detalladas como para que el ciclo de entrenamiento completo solo se realice cuando cambien los 
datos de origen o el código de ML, no cuando cambien los componentes relacionados.

• Como el código de machine learning suele ser una pequeña parte de una solución global, una 
canalización de implementación también puede incorporar pasos adicionales necesarios para 
empaquetar un modelo para que se consuma como API en otras aplicaciones y sistemas.

Monitoreo y registro

• Las fases de ingeniería de características y entrenamiento de modelos son necesarias para 
capturar las métricas de entrenamiento de los modelos, así como los experimentos con modelos. 
Para ajustar un modelo de ML, es necesario manipular la forma de los datos de entrada, así 
como los hiperparámetros del algoritmo, y capturar esos experimentos de forma sistemática. El 
seguimiento de los experimentos ayuda a los científicos de datos a trabajar de forma más eficaz y 
proporciona una instantánea de su trabajo que se puede reproducir.
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• Los modelos de ML implementados requieren la supervisión de los datos que se transmiten al 
modelo para su inferencia, junto con las métricas estándar de estabilidad y rendimiento de los 
puntos de conexión. El sistema de supervisión también debe capturar la calidad de la salida del 
modelo, que se evalúa mediante una métrica de ML adecuada.

Beneficios de MLOps

Adoptar las prácticas de MLOps time-to-market le permite trabajar con más rapidez en los proyectos 
de aprendizaje automático, ya que ofrece las siguientes ventajas.

• Productividad: proporcionar entornos de autoservicio con acceso a conjuntos de datos 
seleccionados permite a los ingenieros y científicos de datos actuar con mayor rapidez y perder 
menos tiempo con datos ausentes o no válidos.

• Repetibilidad: la automatización de todos los pasos del MLDC ayuda a garantizar un proceso que 
se puede repetir, incluida la forma en que se entrena, se evalúa, se controlan las versiones y se 
implementa el modelo.

• Fiabilidad: la incorporación de prácticas de CI/CD permite no solo realizar una implementación 
rápida, sino también con mayor calidad y coherencia.

• Auditabilidad: el control de versiones de todas las entradas y salidas, desde los experimentos de 
ciencia de datos hasta los datos de origen y el modelo entrenado, permite demostrar exactamente 
cómo se creó el modelo y dónde se implementó.

• Calidad de los datos y los modelos: MLOps permite aplicar políticas que protegen contra los 
sesgos del modelo y realizar un seguimiento de los cambios en las propiedades estadísticas de los 
datos y en la calidad del modelo a lo largo del tiempo.

SageMaker Experimentos

La creación de modelos de ML requiere muchas iteraciones de entrenamiento a medida que se 
ajustan el algoritmo, la arquitectura del modelo y los parámetros para lograr una alta precisión 
de predicción. Puede realizar un seguimiento de las entradas y salidas de estas iteraciones de 
formación para mejorar la repetibilidad de las pruebas y la colaboración dentro de su equipo 
mediante Amazon Experiments. SageMaker También puede realizar un seguimiento de los 
parámetros, las métricas, los conjuntos de datos y otros elementos relacionados con sus trabajos 
de entrenamiento con modelos. SageMaker Experiments ofrece una interfaz única en la que puedes 
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visualizar tus trabajos de entrenamiento en curso, compartir los experimentos con tu equipo e 
implementar modelos directamente a partir de un experimento.

Para obtener más información sobre SageMaker los experimentos, consulteGestione el aprendizaje 
automático con Amazon SageMaker Experiments.

SageMaker flujos de trabajo

A medida que vaya escalando sus operaciones de aprendizaje automático (ML), podrá utilizar 
los servicios de flujo de trabajo SageMaker completamente gestionados de Amazon para 
implementar prácticas de integración e implementación continuas (CI/CD) para su ciclo de vida de 
aprendizaje automático. Con el SDK de SageMaker Pipelines, puede elegir e integrar los pasos 
de la canalización en una solución unificada que automatiza el proceso de creación de modelos, 
desde la preparación de los datos hasta la implementación del modelo. En el caso de arquitecturas 
basadas en Kubernetes, puedes instalar SageMaker operadores en tu clúster de Kubernetes para 
crear SageMaker trabajos de forma nativa mediante la API de Kubernetes y las herramientas de 
Kubernetes de línea de comandos, como. kubectl Con los SageMaker componentes para las 
canalizaciones de Kubeflow, puedes crear y monitorear trabajos nativos desde tus canalizaciones 
de Kubeflow. SageMaker SageMaker Se puede acceder a los parámetros, el estado y los resultados 
del trabajo desde la interfaz de usuario de Kubeflow Pipelines. Por último, si desea programar 
ejecuciones por lotes no interactivas de su cuaderno de Jupyter, utilice el servicio de flujos de trabajo 
basado en cuadernos para iniciar ejecuciones independientes o periódicas según la programación 
que usted defina.

En resumen, SageMaker ofrece las siguientes tecnologías de flujo de trabajo:

• Amazon SageMaker Model Building Pipelines: herramienta para crear y administrar canalizaciones 
de ML.

• Orquestación de Kubernetes: operadores SageMaker personalizados para su clúster de 
Kubernetes y componentes para Kubeflow Pipelines.

• SageMaker Trabajos de cuaderno: ejecuciones por lotes no interactivas bajo demanda o 
programadas de su cuaderno de Jupyter.

También puedes aprovechar otros servicios que se integran para crear tu flujo de trabajo. SageMaker 
Las opciones incluyen los siguientes servicios:
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• Flujos de trabajo de flujo de aire: SageMaker API para exportar configuraciones para crear y 
administrar flujos de trabajo de flujo de aire.

• AWS Step Functions: Flujos de trabajo de aprendizaje automático de varios pasos en Python que 
organizan la SageMaker infraestructura sin tener que aprovisionar los recursos por separado.

Para obtener más información sobre la gestión de la SageMaker formación y la inferencia, consulte
Flujos de trabajo del SDK de Amazon SageMaker Python.

Temas

• Amazon SageMaker Model Building Pipelines

• Orquestación de Kubernetes

• SageMaker Trabajos de cuaderno

Amazon SageMaker Model Building Pipelines

Amazon SageMaker Model Building Pipelines es una herramienta para crear canalizaciones 
de aprendizaje automático que aprovechan la integración directa SageMaker . Gracias a esta 
integración, puede crear una canalización y configurar SageMaker proyectos para su orquestación 
mediante una herramienta que se encarga de gran parte de la creación y la administración de los 
pasos por usted. Puedes crear la canalización con el SDK de SageMaker Python o puedes crear la 
canalización con el esquema JSON de definición de SageMaker canalización.

SageMaker Pipelines ofrece las siguientes ventajas en comparación con otras ofertas de AWS flujo 
de trabajo:

SageMaker Integración

SageMaker Pipelines se integra directamente con ningún otro AWS servicio SageMaker, por lo que 
no es necesario interactuar con él. Tampoco necesitas gestionar ningún recurso, ya que SageMaker 
Pipelines es un servicio totalmente gestionado, lo que significa que crea y gestiona los recursos por 
ti.

SageMaker Integración del SDK de Python

Como SageMaker Pipelines está integrado con el SDK de SageMaker Python, puedes crear tus 
canalizaciones mediante programación mediante una interfaz de Python de alto nivel con la que 
quizás ya estés familiarizado. Para ver la referencia de la API del SDK de SageMaker Python, 
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consulta Pipelines. Para ver ejemplos de código del SDK de SageMaker Python, consulte Amazon 
SageMaker Model Building Pipelines.

SageMaker Integración con Studio

SageMaker Studio ofrece un entorno para gestionar la experiencia de end-to-end SageMaker 
Pipelines. Con Studio, puede prescindir de la consola de AWS para la administración de todo su 
flujo de trabajo. Para obtener más información sobre la administración de SageMaker canalizaciones 
desde SageMaker Studio, consulte. Visualiza, rastrea y ejecuta SageMaker canalizaciones en Studio 
SageMaker

Seguimiento del linaje de datos

Con SageMaker Pipelines, puede realizar un seguimiento del historial de sus datos durante la 
ejecución de la canalización. Amazon SageMaker ML Lineage Tracking le permite analizar la 
procedencia de los datos, dónde se utilizaron como entrada y los resultados que se generaron 
a partir de ellos. Por ejemplo, puede ver los modelos creados a partir de un conjunto de datos 
individual y puede ver los conjuntos de datos que se utilizaron para crear un modelo individual. Para 
obtener más información, consulte Seguimiento del linaje de Amazon SageMaker ML.

Reutilización de pasos

Con SageMaker Pipelines, puede designar los pasos para el almacenamiento en caché. Cuando un 
paso se almacena en caché, se indexa para volver a utilizarlo más adelante si se vuelve a ejecutar 
el mismo paso. Como resultado, puede reutilizar la salida de las ejecuciones de un paso anterior 
del mismo paso en la misma canalización sin tener que volver a ejecutar el paso. Para obtener más 
información acerca del almacenamiento en caché de pasos, consulte Almacenamiento en caché de 
pasos de canalización.

Temas

• SageMaker Descripción general de las canalizaciones

• Crear y gestionar SageMaker canalizaciones

SageMaker Descripción general de las canalizaciones

Una canalización de Amazon SageMaker Model Building Pipelines es una serie de pasos 
interconectados que se definen mediante el SDK de Pipelines. También puede crear una 
canalización sin el SDK mediante el pipeline definition JSON schema. Esta definición de canalización 
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codifica una canalización mediante un gráfico acíclico dirigido (DAG) que se puede exportar como 
una definición de JSON. Este DAG proporciona información sobre los requisitos y las relaciones 
entre cada paso de la canalización. La estructura del DAG de una canalización viene determinada 
por las dependencias de datos entre los pasos. Estas dependencias de datos se crean cuando las 
propiedades de la salida de un paso se transfieren como entrada a otro paso. En la siguiente imagen, 
se muestra un ejemplo de DAG de canalización:

En los siguientes temas se describen los conceptos fundamentales de SageMaker Pipelines. Para 
ver un tutorial que describe la implementación de estos conceptos, consulte Crear y gestionar 
SageMaker canalizaciones.

Temas

• Estructura y ejecución de la canalización
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• Administración de acceso de IAM

• Cross-Account Support para Pipelines SageMaker

• Parámetros de canalización

• Pasos de la canalización

• Código L ift-and-shift Python con el decorador @step

• Transfiera datos entre pasos

• Almacenamiento en caché de pasos de canalización

• Política de reintentos para los pasos de la canalización

• Ejecución selectiva de los pasos de la canalización

• Cálculo de referencia, detección de desviaciones y ciclo de vida con Amazon SageMaker Model 
Building Pipelines ClarifyCheck y sus QualityCheck pasos

• Programe los recorridos de las can

• Integración de Amazon SageMaker Experiments

• Modo local

• Solución de problemas de Amazon SageMaker Model Building Pipelines

Estructura y ejecución de la canalización

Temas

• Estructura de la canalización

• Ejecución de canalización mediante la configuración del paralelismo

Estructura de la canalización

Una instancia de Amazon SageMaker Model Building Pipelines está compuesta por un
nameparameters, ysteps. Los nombres de las canalizaciones deben ser únicos en un par
(account, region). Todos los parámetros utilizados en las definiciones de los pasos se deben 
definir en la canalización. Los pasos de la canalización enumerados determinan automáticamente 
su orden de ejecución en función de la dependencia de los datos entre sí. El servicio SageMaker 
Pipelines resuelve las relaciones entre los pasos del DAG de dependencia de datos para crear una 
serie de pasos que se completan con la ejecución. A continuación se muestra un ejemplo de una 
estructura de canalización.

from sagemaker.workflow.pipeline import Pipeline 
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  pipeline_name = f"AbalonePipeline" 
  pipeline = Pipeline( 
      name=pipeline_name, 
      parameters=[ 
          processing_instance_type,  
          processing_instance_count, 
          training_instance_type, 
          model_approval_status, 
          input_data, 
          batch_data, 
      ], 
      steps=[step_process, step_train, step_eval, step_cond], 
  )

Ejecución de canalización mediante la configuración del paralelismo

De forma predeterminada, una canalización realiza todos los pasos que están disponibles 
para ejecutarse en paralelo. Puede controlar este comportamiento mediante la propiedad
ParallelismConfiguration al crear o actualizar una canalización, así como al iniciar o 
reintentar la ejecución de una canalización.

Las configuraciones de paralelismo se aplican por ejecución. Por ejemplo, si se inician dos 
ejecuciones, cada una de ellas puede ejecutar un máximo de 50 pasos simultáneamente, 
lo que supone un total de 100 pasos ejecutados simultáneamente. Además, la
ParallelismConfiguration especificada al iniciar, reintentar o actualizar una ejecución tiene 
prioridad sobre la configuración de paralelismo definida en la canalización.

Example Creación de una ejecución en canalización con ParallelismConfiguration

pipeline = Pipeline( 
        name="myPipeline", 
        steps=[step_process, step_train] 
    ) 

  pipeline.create(role, parallelism_config={"MaxParallelExecutionSteps": 50}) 
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Administración de acceso de IAM

En las siguientes secciones se describen los requisitos AWS Identity and Access Management 
(de IAM) para Amazon SageMaker Model Building Pipelines. Para ver un ejemplo de cómo puede 
implementar estos permisos, consulte Requisitos previos.

Temas

• Permisos de rol de canalización

• Permisos de paso de canalización

• Personalice la administración de acceso para los trabajos de SageMaker Pipelines

• Políticas de control de servicios con canalizaciones

Permisos de rol de canalización

Su canalización requiere una función de ejecución de la canalización de IAM que se transfiere a 
SageMaker Pipelines al crear una canalización. El rol de la SageMaker instancia que está creando la 
canalización debe tener el iam:PassRole permiso para la función de ejecución de la canalización 
para poder pasarla. Para obtener más información sobre las funciones de IAM, consulte Funciones 
de IAM.

El rol de ejecución de la canalización requiere los siguientes permisos:

• Para transferir cualquier rol a un SageMaker trabajo dentro de una canalización, el
iam:PassRole permiso del rol que se está transfiriendo. 

• Los permisos Create y Describe para cada uno de los tipos de trabajo de la canalización.

• Permisos de Amazon S3 para utilizar la función JsonGet. Puede controlar el acceso a los 
recursos de Amazon S3 a través de una política basada en identidades o una política basada 
en recursos. Se aplica una política basada en recursos a su bucket de Amazon S3 y concede 
a SageMaker Pipelines acceso al bucket. Una política basada en identidades permite a la 
canalización realizar llamadas a Amazon S3 desde su cuenta. Para obtener más información 
acerca de las políticas de acceso basadas en recursos, consulte Políticas basadas en identidad y 
políticas basadas en recursos.

{ 
    "Action": [ 
        "s3:GetObject" 
    ], 
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    "Resource": "arn:aws:s3:::<your-bucket-name>/*", 
    "Effect": "Allow"
}

Permisos de paso de canalización

SageMaker Las canalizaciones incluyen pasos que ejecutan los trabajos. SageMaker Para que 
los pasos de la canalización ejecuten estos trabajos, requieren un rol de IAM en la cuenta que 
proporcione acceso al recurso necesario. Tu canalización transfiere esta función SageMaker al 
director del servicio. Para obtener más información acerca de los roles de IAM, consulte Roles de 
IAM.

De forma predeterminada, cada paso asume el rol de ejecución de la canalización. Si lo desea, 
puede transferir un rol diferente a cualquiera de los pasos de su canalización. Esto garantiza que el 
código de cada paso no pueda afectar a los recursos utilizados en otros pasos, a menos que exista 
una relación directa entre los dos pasos especificados en la definición de la canalización. Estos roles 
se asignan al definir el procesador o el estimador de su paso. Para ver ejemplos de cómo incluir 
estos roles en estas definiciones, consulta la documentación del SDK de SageMaker Python.

Personalice la administración de acceso para los trabajos de SageMaker Pipelines

Puede personalizar aún más sus políticas de IAM para que los miembros seleccionados de su 
organización puedan ejecutar todos los pasos de la canalización o cualquiera de ellos. Por ejemplo, 
puede conceder permiso a determinados usuarios para crear trabajos de entrenamiento, conceder 
permisos a otro grupo de usuarios para crear trabajos de procesamiento y conceder permisos a 
todos tus usuarios permiso para ejecutar el resto de pasos. Para usar esta característica, seleccione 
una cadena personalizada como prefijo al nombre del trabajo. El administrador antepone el prefijo 
a los ARN permitidos, mientras que el científico de datos incluye este prefijo en las instancias de 
canalización. Como la política de IAM para los usuarios permitidos contiene un ARN de trabajo con 
el prefijo especificado, los trabajos posteriores de su paso de canalización cuentan con los permisos 
necesarios para continuar. El prefijo de trabajo está desactivado de forma predeterminada; debe 
activar esta opción en su clase Pipelinepara usarla.

Para los trabajos con el prefijo desactivado, el nombre del trabajo tiene el formato que se muestra y 
es una concatenación de los campos que se describen en la siguiente tabla:

pipelines-<executionId>-<stepNamePrefix>-<entityToken>-<failureCount>
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Campo Definición

pipelines Siempre se antepone una 
cadena estática. Esta cadena 
identifica el servicio de 
orquestación de canalizac 
iones como el origen del 
trabajo.

executionId Un búfer aleatorio para la 
instancia en ejecución de la 
canalización.

stepNamePrefix El nombre del paso especific 
ado por el usuario (indicado 
en el argumento name del 
paso de canalización), limitado 
a los primeros 20 caracteres.

entityToken Un token aleatorio para 
garantizar la idempotencia de 
la entidad de paso.

failureCount El número actual de reintento 
s que han tenido lugar para 
completar el trabajo.

En este caso, no se agrega ningún prefijo personalizado al nombre del trabajo y la política de IAM 
correspondiente debe coincidir con esta cadena.

Para los usuarios que activan el prefijo de trabajo, el nombre del trabajo subyacente adopta el 
siguiente formato, con el prefijo personalizado especificado como MyBaseJobName:

< MyBaseJobName > <entityToken>- - <executionId>- <failureCount>

El prefijo personalizado reemplaza a la pipelines cadena estática para ayudarte a reducir la 
selección de usuarios que pueden ejecutar el SageMaker trabajo como parte de una canalización.

Restricciones de longitud del prefijo
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Los nombres de los trabajos tienen restricciones de longitud internas específicas para cada paso 
de la canalización. Esta restricción también limita la longitud del prefijo permitido. Los requisitos de 
longitud de los prefijos son los siguientes:

Paso de canalización Longitud del prefijo

TrainingStep , ModelStep , TransformStep ,
ProcessingStep , ClarifyCheckStep , QualityCh 
eckStep , RegisterModelStep

38

TuningStep , AutoML 6

Aplicación de prefijos de trabajo a una política de IAM

El administrador crea políticas de IAM que permiten a los usuarios de prefijos específicos crear 
trabajos. El siguiente ejemplo de política permite a los científicos de datos crear trabajos de 
entrenamiento si utilizan el prefijo MyBaseJobName.

{ 
    "Action": "sagemaker:CreateTrainingJob", 
    "Effect": "Allow", 
    "Resource": [ 
        "arn:aws:sagemaker:region:account-id:*/MyBaseJobName-*" 
    ]
}

Aplicación de prefijos de trabajo a las instancias de canalización

El prefijo se especifica con el argumento *base_job_name de la clase de instancia del trabajo.

Note

Debe pasar el prefijo de trabajo con el argumento *base_job_name a la instancia de trabajo 
antes de crear un paso de canalización. Esta instancia de trabajo contiene la información 
necesaria para que el trabajo se ejecute como un paso de una canalización. Este argumento 
varía en función de la instancia de trabajo utilizada. En la siguiente lista se muestra el 
argumento que se debe utilizar para cada tipo de paso de la canalización:
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• base_job_name para las clases Estimator (TrainingStep), Processor
(ProcessingStep) y AutoML (AutoMLStep)

• tuning_base_job_name para la clase Tuner (TuningStep)

• transform_base_job_name para la clase Transformer (TransformStep)

• base_job_name de CheckJobConfig para las clases QualityCheckStep (Quality 
Check) y ClarifyCheckstep (Clarify Check)

• Para la clase Model, el argumento utilizado depende de si ejecuta create o register
en su modelo antes de pasar el resultado a ModelStep

• Si llama a create, el prefijo personalizado proviene del argumento name cuando 
construye su modelo (es decir, Model(name=))

• Si llama a register, el prefijo personalizado proviene del argumento
model_package_name de su llamada a register (es decir,
my_model.register(model_package_name=))

En el siguiente ejemplo se muestra cómo especificar un prefijo para una nueva instancia de trabajo 
de entrenamiento.

# Create a job instance
xgb_train = Estimator( 
    image_uri=image_uri, 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
    output_path=model_path, 
    role=role, 
    subnets=["subnet-0ab12c34567de89f0"], 
    base_job_name="MyBaseJobName" 
    security_group_ids=["sg-1a2bbcc3bd4444e55"], 
    tags = [ ... ] 
    encrypt_inter_container_traffic=True,  
)

# Attach your job instance to a pipeline step
step_train = TrainingStep( 
    name="TestTrainingJob", 
    estimator=xgb_train,  
    inputs={ 
        "train": TrainingInput(...),  
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        "validation": TrainingInput(...)  
    }
)

El prefijo del trabajo está desactivado de forma predeterminada. Para activar esta característica, 
utilice la opción use_custom_job_prefix de PipelineDefinitionConfig, tal como se 
muestra en el siguiente fragmento:

from sagemaker.workflow.pipeline_definition_config import PipelineDefinitionConfig 
         
# Create a definition configuration and toggle on custom prefixing
definition_config = PipelineDefinitionConfig(use_custom_job_prefix=True);

# Create a pipeline with a custom prefix 
 pipeline = Pipeline( 
     name="MyJobPrefixedPipeline", 
     parameters=[...] 
     steps=[...] 
     pipeline_definition_config=definition_config
)

Cree y ejecute su canalización. En el siguiente ejemplo, se crea y ejecuta una canalización, y 
también se muestra cómo desactivar los prefijos de trabajo y volver a ejecutar la canalización.

pipeline.create(role_arn=sagemaker.get_execution_role())

# Optionally, call definition() to confirm your prefixed job names are in the built 
 JSON
pipeline.definition()
pipeline.start() 
       
# To run a pipeline without custom-prefixes, toggle off use_custom_job_prefix, update 
 the pipeline  
# via upsert() or update(), and start a new run
definition_config = PipelineDefinitionConfig(use_custom_job_prefix=False)
pipeline.pipeline_definition_config = definition_config
pipeline.update()
execution = pipeline.start()

Del mismo modo, puede activar la característica para las canalizaciones existentes e iniciar una 
nueva ejecución que utilice prefijos de trabajo.
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definition_config = PipelineDefinitionConfig(use_custom_job_prefix=True)
pipeline.pipeline_definition_config = definition_config
pipeline.update()
execution = pipeline.start()

Por último, para ver su trabajo con un prefijo personalizado, llame a list_steps en la ejecución de 
la canalización.

steps = execution.list_steps()

prefixed_training_job_name = steps['PipelineExecutionSteps'][0]['Metadata']
['TrainingJob']['Arn']

Políticas de control de servicios con canalizaciones

Las políticas de control de servicios (SCP) son un tipo de política de organización que puede 
utilizar para administrar permisos en su organización. Las políticas de control de servicios (SCP) 
permiten un control centralizado de los máximos permisos disponibles para todas las cuentas de 
la organización. Al utilizar SageMaker Pipelines en su organización, puede asegurarse de que los 
científicos de datos gestionen las ejecuciones de sus canalizaciones sin tener que interactuar con la 
AWS consola. 

Si utiliza una VPC con su SCP que restringe el acceso a Amazon S3, debe tomar medidas para 
permitir que su canalización acceda a otros recursos de Amazon S3.

Para permitir que SageMaker Pipelines acceda a Amazon S3 fuera de su VPC con JsonGet la 
función, actualice el SCP de su organización para asegurarse de que el rol que SageMaker usa 
Pipelines pueda acceder a Amazon S3. Para ello, cree una excepción para las funciones que utilice 
el ejecutor de SageMaker Pipelines a través de la función de ejecución de la canalización mediante 
una etiqueta principal y una clave de condición.

Para permitir que SageMaker Pipelines acceda a Amazon S3 fuera de su VPC

1. Cree una etiqueta única para su rol de ejecución de la canalización según los pasos de
Etiquetado de usuarios y roles de IAM.

2. Conceda una excepción en su SCP utilizando la clave de condición Aws:PrincipalTag IAM
de la etiqueta que ha creado. Para obtener más información, consulte Creación, actualización y 
eliminación de políticas de control de servicios.
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Cross-Account Support para Pipelines SageMaker

Puede utilizar el soporte multicuenta para Amazon SageMaker Model Building Pipelines para 
compartir entidades de canalización entre AWS cuentas y acceder a canalizaciones compartidas 
mediante llamadas directas a la API.

Configuración del uso compartido de canalizaciones entre cuentas

SageMaker usa AWSResource Access Manager (AWSRAM) para ayudarte a compartir de forma 
segura las entidades de tu canalización entre cuentas.

Creación de un recurso compartido

1. Seleccione Crear un recurso compartido a través de la Consola de AWS RAM.

2. Al especificar los detalles del recurso compartido, elija el tipo de recurso SageMaker 
Canalizaciones y seleccione una o más canalizaciones que desee compartir. Al compartir una 
canalización con cualquier otra cuenta, también se comparten todas sus ejecuciones de forma 
implícita.

3. Asocie permisos a un recurso compartido. Elija la política predeterminada de permisos de 
solo lectura o la política ampliada de permisos de ejecución de canalizaciones. Para obtener 
información más detallada, consulte Políticas de permisos para los recursos de SageMaker 
Pipelines.

Note

Si selecciona la política ampliada de ejecución de canalización, tenga en cuenta que 
cualquier comando de inicio, parada y reintento invocado por las cuentas compartidas 
utiliza recursos de la cuenta de AWS que compartió la canalización.

4. Utilice los ID de cuenta de AWS para especificar las cuentas a las que desea conceder acceso a 
los recursos compartidos.

5. Revise la configuración del recurso compartido y seleccione Crear recurso compartido. La 
asociación del recurso y la entidad principal puede tardar unos minutos en completarse.

Para obtener más información, consulte Sharing your AWS resources en la Guía del usuario de AWS 
Resource Access Manager.
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Obtención de respuestas a la invitación para compartir recursos

Una vez establecidas la cuota de recursos y las asociaciones de entidades principales, las cuentas 
de AWS especificadas reciben una invitación para unirse al recurso compartido. Las cuentas de AWS 
deben aceptar la invitación para acceder a un recurso compartido.

Para obtener más información sobre cómo aceptar una invitación a recursos compartidos a través de 
AWS RAM, consulte Using shared AWS resources en la Guía del usuario de AWS Resource Access 
Manager.

Políticas de permisos para los recursos de SageMaker Pipelines

Al crear tu recurso compartido, elige una de las dos políticas de permisos compatibles para asociarla 
al tipo de recurso de SageMaker canalización. Ambas políticas permiten el acceso a cualquier 
canalización seleccionada y a todas sus ejecuciones.

Permisos predeterminados de solo lectura

La política AWSRAMDefaultPermissionSageMakerPipeline permite las siguientes acciones de 
solo lectura:

"sagemaker:DescribePipeline"
"sagemaker:DescribePipelineDefinitionForExecution"    
"sagemaker:DescribePipelineExecution"
"sagemaker:ListPipelineExecutions"
"sagemaker:ListPipelineExecutionSteps"
"sagemaker:ListPipelineParametersForExecution"
"sagemaker:Search"

Permisos ampliados de ejecución de canalización

La política AWSRAMPermissionSageMakerPipelineAllowExecution incluye todos los 
permisos de solo lectura de la política predeterminada y también permite que las cuentas 
compartidas inicien, detengan y reintenten las ejecuciones de canalizaciones.

Note

Tenga presente el uso de recursos de AWS cuando utilice la política de permisos ampliados 
de ejecución de canalizaciones. Con esta política, las cuentas compartidas pueden iniciar, 
detener y volver a intentar las ejecuciones en canalización. La cuenta propietaria consume 
todos los recursos utilizados para las ejecuciones de canalizaciones compartidas.
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La política ampliada de permisos de ejecución de canalizaciones permite las siguientes acciones:

"sagemaker:DescribePipeline"
"sagemaker:DescribePipelineDefinitionForExecution"    
"sagemaker:DescribePipelineExecution"
"sagemaker:ListPipelineExecutions"
"sagemaker:ListPipelineExecutionSteps"
"sagemaker:ListPipelineParametersForExecution"
"sagemaker:StartPipelineExecution"
"sagemaker:StopPipelineExecution"
"sagemaker:RetryPipelineExecution"
"sagemaker:Search"                

Acceso a las entidades de canalización compartidas mediante llamadas directas a la API

Una vez que se haya configurado el uso compartido de canalizaciones entre cuentas, puedes 
ejecutar las siguientes acciones de SageMaker API mediante un ARN de canalización:

Note

Solo puede llamar a los comandos de la API si están incluidos en los 
permisos asociados a su recurso compartido. Si selecciona la política
AWSRAMPermissionSageMakerPipelineAllowExecution, los comandos de inicio, 
detención y retinto utilizan los recursos de la cuenta de AWSque compartió la canalización.

• DescribePipeline

• DescribePipelineDefinitionForExecution

• DescribePipelineExecution

• ListPipelineExecutions

• ListPipelineExecutionSteps

• ListPipelineParametersForExecution

• StartPipelineExecution

• StopPipelineExecution

• RetryPipelineExecution
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Parámetros de canalización

Puede introducir variables en la definición de su canalización mediante parámetros. Puede hacer 
referencia a los parámetros que defina en la definición de la canalización. Los parámetros tienen 
un valor predeterminado, que puede anular si especifica valores para los parámetros al iniciar la 
ejecución de una canalización. El valor predeterminado debe ser una instancia que coincida con 
el tipo de parámetro. Todos los parámetros utilizados en las definiciones de los pasos deben estar 
definidos en la definición de la canalización. Amazon SageMaker Model Building Pipelines admite los 
siguientes tipos de parámetros:

• ParameterString: representa un parámetro de cadena.

• ParameterInteger: representa un parámetro entero.

• ParameterFloat: representa un parámetro flotante.

• ParameterBoolean: representa un tipo booleano de Python.

Los parámetros tienen el siguiente formato:

<parameter> = <parameter_type>( 
    name="<parameter_name>", 
    default_value=<default_value>
)

El siguiente ejemplo muestra una implementación de parámetro de muestra.

from sagemaker.workflow.parameters import ( 
    ParameterInteger, 
    ParameterString, 
    ParameterFloat, 
    ParameterBoolean
)

processing_instance_count = ParameterInteger( 
    name="ProcessingInstanceCount", 
    default_value=1
)

El parámetro se pasa al crear la canalización, tal como se muestra en el siguiente ejemplo.

pipeline = Pipeline( 
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    name=pipeline_name, 
    parameters=[ 
        processing_instance_count 
    ], 
    steps=[step_process]
)

También puede pasar un valor de parámetro diferente del valor predeterminado a una ejecución de 
canalización, como se muestra en el ejemplo siguiente.

execution = pipeline.start( 
    parameters=dict( 
        ProcessingInstanceCount="2", 
        ModelApprovalStatus="Approved" 
    )
)

Puede manipular parámetros con funciones del SDK de SageMaker Python como
sagemaker.workflow.functions.Join. Para obtener más información sobre los parámetros, 
consulte Parámetros de SageMaker canalizaciones.

Para conocer las limitaciones conocidas de los parámetros de SageMaker Pipelines, consulte
Limitaciones: parametrización en el SDK de Amazon Python. SageMaker

Pasos de la canalización

SageMaker Las canalizaciones se componen de pasos. Estos pasos definen las acciones que realiza 
la canalización y las relaciones entre los pasos mediante propiedades.

Temas

• Tipos de pasos

• Paso de propiedades

• Paso de paralelismo

• Dependencia de datos entre pasos

• Dependencia personalizada entre pasos

• Uso de una imagen personalizada en un paso
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Tipos de pasos

A continuación, se describen los requisitos de cada tipo de paso y se proporciona un ejemplo 
de implementación del paso. No son implementaciones funcionales porque no proporcionan los 
recursos y las entradas necesarios. Para ver un tutorial que implemente estos pasos, consulteCrear y 
gestionar SageMaker canalizaciones.

Note

También puedes crear un paso a partir de tu código de aprendizaje automático local 
convirtiéndolo en un paso de SageMaker Pipelines con el @step decorador. Para obtener 
más información, consulte @step decorador.

Amazon SageMaker Model Building Pipelines admite los siguientes tipos de pasos:

• Procesando

• Formación

• Ajuste

• AutoML

• Model

• CreateModel

• RegisterModel

• Transformar

• Condición

• Callback

• Lambda

• ClarifyCheck

• QualityCheck

• EMR

• Job de cuaderno

• Fail
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@step decorador

Puedes crear un paso a partir del código de aprendizaje automático local con el @step decorador. 
Después de probar el código, puedes convertir la función en un paso de SageMaker canalización 
anotándolo con el @step decorador. SageMaker Pipelines crea y ejecuta una canalización al 
pasar el resultado de la función @step decorada con símbolos como un paso a la canalización. 
También puedes crear una canalización DAG de varios pasos que incluya una o más funciones
@step decoradas, así como los pasos de canalización tradicionales. SageMaker Para obtener más 
información sobre cómo crear un paso con @step decorator, consulte. Código L ift-and-shift Python 
con el decorador @step

Paso de procesamiento

Utilice un paso de procesamiento para crear un trabajo de procesamiento para el procesamiento de 
datos. Para obtener más información sobre los trabajos de procesamiento, consulte Process Data 
and Evaluate Models.

Un paso de procesamiento requiere un procesador, un script de Python que defina el código de 
procesamiento, las salidas para el procesamiento y los argumentos del trabajo. El siguiente ejemplo 
muestra cómo crear una definición de ProcessingStep.

from sagemaker.sklearn.processing import SKLearnProcessor

sklearn_processor = SKLearnProcessor(framework_version='1.0-1', 
                                     role=<role>, 
                                     instance_type='ml.m5.xlarge', 
                                     instance_count=1)

from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep

inputs = [ 
    ProcessingInput(source=<input_data>, destination="/opt/ml/processing/input"),
]

outputs = [ 
    ProcessingOutput(output_name="train", source="/opt/ml/processing/train"), 
    ProcessingOutput(output_name="validation", source="/opt/ml/processing/validation"), 
    ProcessingOutput(output_name="test", source="/opt/ml/processing/test")
]
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step_process = ProcessingStep( 
    name="AbaloneProcess", 
    step_args = sklearn_processor.run(inputs=inputs, outputs=outputs, 
        code="abalone/preprocessing.py")
)

Pasar parámetros de tiempo de ejecución

El siguiente ejemplo muestra cómo pasar los parámetros de tiempo de ejecución de un PySpark 
procesador a unProcessingStep.

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.spark.processing import PySparkProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep

pipeline_session = PipelineSession()

pyspark_processor = PySparkProcessor( 
    framework_version='2.4', 
    role=<role>, 
    instance_type='ml.m5.xlarge', 
    instance_count=1, 
    sagemaker_session=pipeline_session,
)

step_args = pyspark_processor.run( 
    inputs=[ProcessingInput(source=<input_data>, destination="/opt/ml/processing/
input"),], 
    outputs=[ 
        ProcessingOutput(output_name="train", source="/opt/ml/processing/train"), 
        ProcessingOutput(output_name="validation", source="/opt/ml/processing/
validation"), 
        ProcessingOutput(output_name="test", source="/opt/ml/processing/test") 
    ], 
    code="preprocess.py", 
    arguments=None,
)

step_process = ProcessingStep( 
    name="AbaloneProcess", 
    step_args=step_args,
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)

Para obtener más información sobre los requisitos de los pasos de procesamiento, consulte
sagemaker.workflow.steps. ProcessingStepdocumentación. Para ver un ejemplo detallado, consulte
Definir un paso de procesamiento para la ingeniería de características en el cuaderno de ejemplo
Orchestrate Jobs to Train and Evaluate Models with Amazon SageMaker Pipelines.

Paso de entrenamiento

Puede usar un paso de entrenamiento para crear un trabajo de entrenamiento para entrenar un 
modelo. Para obtener más información sobre los trabajos de formación, consulta Entrena a una 
modelo con Amazon SageMaker.

Un paso de entrenamiento requiere un estimador, así como la introducción y la validación de los 
datos de entrenamiento. El siguiente ejemplo muestra cómo crear una definición de TrainingStep. 
Para obtener más información sobre los requisitos de los pasos de entrenamiento, consulta
sagemaker.workflow.steps. TrainingStepdocumentación.

from sagemaker.workflow.pipeline_context import PipelineSession

from sagemaker.inputs import TrainingInput
from sagemaker.workflow.steps import TrainingStep

from sagemaker.xgboost.estimator import XGBoost

pipeline_session = PipelineSession()

xgb_estimator = XGBoost(..., sagemaker_session=pipeline_session)

step_args = xgb_estimator.fit( 
    inputs={ 
        "train": TrainingInput( 
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "train" 
            ].S3Output.S3Uri, 
            content_type="text/csv" 
        ), 
        "validation": TrainingInput( 
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "validation" 
            ].S3Output.S3Uri, 
            content_type="text/csv" 
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        ) 
    }
)

step_train = TrainingStep( 
    name="TrainAbaloneModel", 
    step_args=step_args,
)

Paso de ajuste

Se utiliza un paso de ajuste para crear un trabajo de ajuste de hiperparámetros, también conocido 
como optimización de hiperparámetros (HPO). Un trabajo de ajuste de hiperparámetros ejecuta 
varios trabajos de entrenamiento, cada uno de los cuales produce una versión del modelo. Para 
obtener más información sobre el ajuste de hiperparámetros, consulte Realice el ajuste automático 
del modelo con SageMaker.

El trabajo de ajuste está asociado al SageMaker experimento de la canalización, y los trabajos de 
formación se crean a modo de pruebas. Para obtener más información, consulte Integración de 
experimentos.

Un paso de ajuste requiere una HyperparameterTunery entradas de entrenamiento. Puede volver 
a entrenar los trabajos de ajuste anteriores si especifica el parámetro warm_start_config del
HyperparameterTuner. Para obtener más información sobre el inicio en caliente y el ajuste de 
hiperparámetros, consulte Ejecución de un trabajo de ajuste de hiperparámetros de inicio en caliente.

Se utiliza el método get_top_model_s3_uri del sagemaker.workflow.steps. TuningStepclase para 
obtener el artefacto del modelo de una de las versiones del modelo con mejor rendimiento. Para ver 
un cuaderno que muestre cómo usar un paso de ajuste en una SageMaker canalización, consulta 
sagemaker-pipelines-tuning-step .ipynb.

Important

Los pasos de ajuste se introdujeron en Amazon SageMaker Python SDK v2.48.0 y Amazon 
SageMaker Studio Classic v3.8.0. Debe actualizar Studio Classic antes de usar un paso de 
ajuste o no aparecerá el DAG de canalización. Para actualizar Studio Classic, consulteCierre 
y actualice SageMaker Studio Classic.

El siguiente ejemplo muestra cómo crear una definición de TuningStep.
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from sagemaker.workflow.pipeline_context import PipelineSession

from sagemaker.tuner import HyperparameterTuner
from sagemaker.inputs import TrainingInput
from sagemaker.workflow.steps import TuningStep

tuner = HyperparameterTuner(..., sagemaker_session=PipelineSession()) 
     
step_tuning = TuningStep( 
    name = "HPTuning", 
    step_args = tuner.fit(inputs=TrainingInput(s3_data="s3://my-bucket/my-data"))
)

Obtención de la mejor versión del modelo

El siguiente ejemplo muestra cómo obtener la mejor versión del modelo a partir del trabajo de 
ajuste mediante el método get_top_model_s3_uri. Como máximo, las 50 versiones con mejor 
rendimiento están disponibles clasificadas según HyperParameterTuningJobObjective. El argumento
top_k es un índice de las versiones, donde top_k=0 es la versión con mejor rendimiento y
top_k=49 es la versión con peor rendimiento.

best_model = Model( 
    image_uri=image_uri, 
    model_data=step_tuning.get_top_model_s3_uri( 
        top_k=0, 
        s3_bucket=sagemaker_session.default_bucket() 
    ), 
    ...
)

Para obtener más información sobre los requisitos de los pasos de ajuste, consulte
sagemaker.workflow.steps. TuningStepdocumentación.

Paso AutoML

Utilice la API de AutoML para crear un trabajo de AutoML para entrenar automáticamente un modelo. 
Para obtener más información sobre los trabajos de AutoML, consulte Automatizar el desarrollo de 
modelos con Amazon SageMaker  Autopilot.

Amazon SageMaker Model Building Pipelines 4971

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HyperParameterTuningJobObjective.html
https://sagemaker.readthedocs.io/en/stable/workflows/pipelines/sagemaker.workflow.pipelines.html#sagemaker.workflow.steps.TuningStep
https://sagemaker.readthedocs.io/en/stable/api/training/automl.html
https://docs.aws.amazon.com/sagemaker/latest/dg/autopilot-automate-model-development.html
https://docs.aws.amazon.com/sagemaker/latest/dg/autopilot-automate-model-development.html


Amazon SageMaker Guía para desarrolladores

Note

Actualmente, el paso AutoML solo admite el modo de entrenamiento de ensamblaje.

El siguiente ejemplo muestra cómo crear una definición mediante AutoMLStep.

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.workflow.automl_step import AutoMLStep

pipeline_session = PipelineSession()

auto_ml = AutoML(..., 
    role="<role>", 
    target_attribute_name="my_target_attribute_name", 
    mode="ENSEMBLING", 
    sagemaker_session=pipeline_session)  

input_training = AutoMLInput( 
    inputs="s3://my-bucket/my-training-data", 
    target_attribute_name="my_target_attribute_name", 
    channel_type="training",
)
input_validation = AutoMLInput( 
    inputs="s3://my-bucket/my-validation-data", 
    target_attribute_name="my_target_attribute_name", 
    channel_type="validation",
)

step_args = auto_ml.fit( 
    inputs=[input_training, input_validation]
)

step_automl = AutoMLStep( 
    name="AutoMLStep", 
    step_args=step_args,
)      

Obtención de la mejor versión del modelo

El paso AutoML entrena automáticamente a varios candidatos de modelos. Puede 
obtener el modelo con la mejor métrica objetivo del trabajo de AutoML mediante el método
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get_best_auto_ml_model y un role de IAM para acceder a los artefactos del modelo de la 
siguiente manera.

best_model = step_automl.get_best_auto_ml_model(role=<role>)

Para obtener más información, consulte el paso AutoML en el SDK de SageMaker Python.

Paso de modelo

Utilice a ModelStep para crear o registrar un SageMaker modelo. Para obtener más 
información sobre ModelStep los requisitos, consulte sagemaker.workflow.model_step. 
ModelStepdocumentación.

Crear un modelo

Puede usar un ModelStep para crear un SageMaker modelo. A ModelStep requiere artefactos del 
modelo e información sobre el tipo de SageMaker instancia que necesita usar para crear el modelo. 
Para obtener más información sobre SageMaker los modelos, consulta Entrena a una modelo con 
Amazon SageMaker.

El siguiente ejemplo muestra cómo crear una definición de ModelStep.

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.model import Model
from sagemaker.workflow.model_step import ModelStep

step_train = TrainingStep(...)
model = Model( 
    image_uri=pytorch_estimator.training_image_uri(), 
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
    sagemaker_session=PipelineSession(), 
    role=role,
)

step_model_create = ModelStep( 
   name="MyModelCreationStep", 
   step_args=model.create(instance_type="ml.m5.xlarge"),
)
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Registrar un modelo

Puedes usar un ModelStep para registrar un sagemaker.model.Model
sagemaker.pipeline.PipelineModel o en el registro de SageMaker modelos de Amazon. 
Un PipelineModel representa una canalización de inferencia, que es un modelo compuesto de 
una secuencia lineal de contenedores que procesan solicitudes de inferencia. Para obtener más 
información sobre cómo registrar un modelo, consulte Registro e implementación de modelos con el 
registro de modelos.

El siguiente ejemplo muestra cómo crear un ModelStep que registre un PipelineModel.

import time

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.sklearn import SKLearnModel
from sagemaker.xgboost import XGBoostModel

pipeline_session = PipelineSession()

code_location = 's3://{0}/{1}/code'.format(bucket_name, prefix)

sklearn_model = SKLearnModel( 
   
 model_data=processing_step.properties.ProcessingOutputConfig.Outputs['model'].S3Output.S3Uri, 
   entry_point='inference.py', 
   source_dir='sklearn_source_dir/', 
   code_location=code_location, 
   framework_version='1.0-1', 
   role=role, 
   sagemaker_session=pipeline_session, 
   py_version='py3'
)

xgboost_model = XGBoostModel( 
   model_data=training_step.properties.ModelArtifacts.S3ModelArtifacts, 
   entry_point='inference.py', 
   source_dir='xgboost_source_dir/', 
   code_location=code_location, 
   framework_version='0.90-2', 
   py_version='py3', 
   sagemaker_session=pipeline_session, 
   role=role
)
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from sagemaker.workflow.model_step import ModelStep
from sagemaker import PipelineModel

pipeline_model = PipelineModel( 
   models=[sklearn_model, xgboost_model], 
   role=role,sagemaker_session=pipeline_session,
)

register_model_step_args = pipeline_model.register( 
    content_types=["application/json"], 
   response_types=["application/json"], 
   inference_instances=["ml.t2.medium", "ml.m5.xlarge"], 
   transform_instances=["ml.m5.xlarge"], 
   model_package_group_name='sipgroup',
)

step_model_registration = ModelStep( 
   name="AbaloneRegisterModel", 
   step_args=register_model_step_args,
)

CreateModel Paso

Important

Recomendamos usarlo Paso de modelo para crear modelos a partir de la versión 2.90.0 
del SDK de Python SageMaker . CreateModelStepseguirá funcionando en las versiones 
anteriores del SDK de SageMaker Python, pero ya no es compatible activamente.

Se utiliza un CreateModel paso para crear un SageMaker modelo. Para obtener más información 
sobre SageMaker los modelos, consulta Entrena a una modelo con Amazon SageMaker.

El paso de creación del modelo requiere artefactos del modelo e información sobre el tipo de 
SageMaker instancia que debe utilizar para crear el modelo. El siguiente ejemplo muestra cómo 
crear una definición de paso CreateModel. Para obtener más información sobre los requisitos de 
los CreateModel pasos, consulta sagemaker.workflow.steps. CreateModelStepdocumentación.

from sagemaker.workflow.steps import CreateModelStep

Amazon SageMaker Model Building Pipelines 4975

https://docs.aws.amazon.com/sagemaker/latest/dg/how-it-works-training.html
https://sagemaker.readthedocs.io/en/stable/workflows/pipelines/sagemaker.workflow.pipelines.html#sagemaker.workflow.steps.CreateModelStep


Amazon SageMaker Guía para desarrolladores

step_create_model = CreateModelStep( 
    name="AbaloneCreateModel", 
    model=best_model, 
    inputs=inputs
)

RegisterModel Paso

Important

Recomendamos usarlo Paso de modelo para registrar modelos a partir de la versión 2.90.0 
del SDK de Python SageMaker . RegisterModelseguirá funcionando en las versiones 
anteriores del SDK de SageMaker Python, pero ya no es compatible activamente.

Debe seguir un RegisterModel paso para registrar un Sagemaker.Model.model o un
sagemaker.pipeline. PipelineModelcon el registro de SageMaker modelos de Amazon. Un
PipelineModel representa una canalización de inferencia, que es un modelo compuesto de una 
secuencia lineal de contenedores que procesan solicitudes de inferencia.

Para obtener más información sobre cómo registrar un modelo, consulte Registro e 
implementación de modelos con el registro de modelos. Para obtener más información sobre 
los requisitos de los RegisterModel pasos, consulte sagemaker.workflow.step_collections. 
RegisterModeldocumentación.

El siguiente ejemplo muestra cómo crear un paso RegisterModel que registre un
PipelineModel.

import time
from sagemaker.sklearn import SKLearnModel
from sagemaker.xgboost import XGBoostModel

code_location = 's3://{0}/{1}/code'.format(bucket_name, prefix)

sklearn_model = 
 SKLearnModel(model_data=processing_step.properties.ProcessingOutputConfig.Outputs['model'].S3Output.S3Uri, 
 entry_point='inference.py', 
 source_dir='sklearn_source_dir/', 
 code_location=code_location, 
 framework_version='1.0-1', 
 role=role, 
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 sagemaker_session=sagemaker_session, 
 py_version='py3')

xgboost_model = 
 XGBoostModel(model_data=training_step.properties.ModelArtifacts.S3ModelArtifacts, 
 entry_point='inference.py', 
 source_dir='xgboost_source_dir/', 
 code_location=code_location, 
 framework_version='0.90-2', 
 py_version='py3', 
 sagemaker_session=sagemaker_session, 
 role=role)

from sagemaker.workflow.step_collections import RegisterModel
from sagemaker import PipelineModel
pipeline_model = 
 PipelineModel(models=[sklearn_model,xgboost_model],role=role,sagemaker_session=sagemaker_session)

step_register = RegisterModel( 
 name="AbaloneRegisterModel", 
 model=pipeline_model, 
 content_types=["application/json"], 
 response_types=["application/json"], 
 inference_instances=["ml.t2.medium", "ml.m5.xlarge"], 
 transform_instances=["ml.m5.xlarge"], 
 model_package_group_name='sipgroup',
)

Si no se proporciona el model, el paso de registro del modelo requiere un estimador, como se 
muestra en el ejemplo siguiente.

from sagemaker.workflow.step_collections import RegisterModel

step_register = RegisterModel( 
    name="AbaloneRegisterModel", 
    estimator=xgb_train, 
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
    content_types=["text/csv"], 
    response_types=["text/csv"], 
    inference_instances=["ml.t2.medium", "ml.m5.xlarge"], 
    transform_instances=["ml.m5.xlarge"], 
    model_package_group_name=model_package_group_name, 
    approval_status=model_approval_status, 
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    model_metrics=model_metrics
)

Paso de transformación

Utilice un paso de transformación por lotes para ejecutar la inferencia en todo un conjunto de 
datos. Para obtener más información acerca de la transformación por lotes, consulte Ejecución de 
transformaciones por lotes con canalizaciones de inferencia.

Un paso de transformación requiere un transformador y los datos sobre los que se ejecutará 
la transformación por lotes. El siguiente ejemplo muestra cómo crear una definición de paso
Transform. Para obtener más información sobre los requisitos de los Transform pasos, consulte
sagemaker.workflow.steps. TransformStepdocumentación.

from sagemaker.workflow.pipeline_context import PipelineSession

from sagemaker.transformer import Transformer
from sagemaker.inputs import TransformInput
from sagemaker.workflow.steps import TransformStep

transformer = Transformer(..., sagemaker_session=PipelineSession())

step_transform = TransformStep( 
    name="AbaloneTransform", 
    step_args=transformer.transform(data="s3://my-bucket/my-data"),
)

Paso de condición

Se utiliza un paso de condición para evaluar la condición de las propiedades del paso y evaluar qué 
acción se debe realizar a continuación en la canalización.

Un paso de condición requiere una lista de condiciones, una lista de pasos que se deben ejecutar 
si la condición se evalúa como true y una lista de pasos que se deben ejecutar si la condición se 
evalúa como false. El siguiente ejemplo muestra cómo crear una definición de ConditionStep.

Limitaciones

• SageMaker Pipelines no admite el uso de pasos de condición anidados. No puede pasar un paso 
de condición como entrada para otro paso de condición.
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• Un paso de condición no puede usar pasos idénticos en ambas ramas. Si necesita la misma 
funcionalidad de paso en ambas ramas, duplique el paso y asígnele un nombre diferente.

from sagemaker.workflow.conditions import ConditionLessThanOrEqualTo
from sagemaker.workflow.condition_step import ConditionStep
from sagemaker.workflow.functions import JsonGet

cond_lte = ConditionLessThanOrEqualTo( 
    left=JsonGet( 
        step_name=step_eval.name, 
        property_file=evaluation_report, 
        json_path="regression_metrics.mse.value" 
    ), 
    right=6.0
)

step_cond = ConditionStep( 
    name="AbaloneMSECond", 
    conditions=[cond_lte], 
    if_steps=[step_register, step_create_model, step_transform], 
    else_steps=[]
)

Para obtener más información sobre ConditionStep los requisitos, consulta 
sagemaker.workflow.condition_step. ConditionStepReferencia de API. Para obtener más información 
sobre las condiciones admitidas, consulte Amazon SageMaker Model Building Pipelines: Conditions
en la documentación del SDK de SageMaker Python.

Paso de devolución de llamada

Utiliza un Callback paso para incorporar procesos y AWS servicios adicionales a su flujo de trabajo 
que Amazon SageMaker Model Building Pipelines no proporciona directamente. Cuando se ejecuta 
un paso Callback, se lleva a cabo el siguiente procedimiento:

• SageMaker Pipelines envía un mensaje a una cola de Amazon Simple Queue Service (Amazon 
SQS) especificada por el cliente. El mensaje contiene un token SageMaker generado por Pipelines 
y una lista de parámetros de entrada proporcionada por el cliente. Tras enviar el mensaje, 
SageMaker Pipelines espera la respuesta del cliente.

• El cliente recupera el mensaje de la cola de Amazon SQS e inicia su proceso personalizado.
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• Cuando finaliza el proceso, el cliente llama a una de las siguientes API y envía el token generado 
por Pipelines: SageMaker

• SendPipelineExecutionStepSuccess, junto con una lista de parámetros de salida

• SendPipelineExecutionStepFailure, junto con el motivo del fallo

• La llamada a la API hace que SageMaker Pipelines continúe con el proceso de canalización o lo 
falle.

Para obtener más información sobre los requisitos de los Callback pasos, consulta
sagemaker.workflow.callback_step. CallbackStepdocumentación. Para obtener una solución 
completa, consulte Ampliar los SageMaker canales para incluir pasos personalizados mediante 
pasos de devolución de llamadas.

Important

Callbacklos pasos se introdujeron en Amazon SageMaker Python SDK v2.45.0 y 
Amazon SageMaker Studio Classic v3.6.2. Debe actualizar Studio Classic antes de usar 
un Callback paso o no aparecerá el DAG de canalización. Para actualizar Studio Classic, 
consulteCierre y actualice SageMaker Studio Classic.

En el siguiente ejemplo, se muestra una implementación del procedimiento anterior.

from sagemaker.workflow.callback_step import CallbackStep

step_callback = CallbackStep( 
    name="MyCallbackStep", 
    sqs_queue_url="https://sqs.us-east-2.amazonaws.com/012345678901/MyCallbackQueue", 
    inputs={...}, 
    outputs=[...]
)

callback_handler_code = ' 
    import boto3 
    import json 

    def handler(event, context): 
        sagemaker_client=boto3.client("sagemaker") 

        for record in event["Records"]: 
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            payload=json.loads(record["body"]) 
            token=payload["token"] 

            # Custom processing 

            # Call SageMaker to complete the step 
            sagemaker_client.send_pipeline_execution_step_success( 
                CallbackToken=token, 
                OutputParameters={...} 
            )
'

Note

Los parámetros de salida para CallbackStep no deben estar anidados. Por ejemplo, si 
utiliza un diccionario anidado como parámetro de salida, el diccionario se trata como una 
cadena única (p. ej. {"output1": "{\"nested_output1\":\"my-output\"}"}). 
Si proporciona un valor anidado, cuando intenta hacer referencia a un parámetro de salida 
concreto, se produce un error de cliente indicando que no se puede volver a intentar.

Comportamiento de detención

Un proceso de canalización no se detiene mientras se ejecuta un paso Callback.

Cuando llamas a un proceso de canalización con un Callback paso StopPipelineExecutionen 
ejecución, SageMaker Pipelines envía un mensaje adicional de Amazon SQS a la cola de SQS 
especificada. El cuerpo del mensaje de SQS contiene un campo Estado, que se establece en
Stopping. En el siguiente ejemplo se muestra un cuerpo de mensaje SQS.

{ 
  "token": "26vcYbeWsZ", 
  "pipelineExecutionArn": "arn:aws:sagemaker:us-east-2:012345678901:pipeline/callback-
pipeline/execution/7pinimwddh3a", 
  "arguments": { 
    "number": 5, 
    "stringArg": "some-arg", 
    "inputData": "s3://sagemaker-us-west-2-012345678901/abalone/abalone-dataset.csv" 
  }, 
  "status": "Stopping"
}
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Debe agregar lógica a su consumidor de mensajes de Amazon SQS para tomar las medidas 
necesarias (por ejemplo, limpiar los recursos) al recibir el mensaje, seguido de una llamada a
SendPipelineExecutionStepSuccess o SendPipelineExecutionStepFailure.

Solo cuando SageMaker Pipelines recibe una de estas llamadas, detiene el proceso de canalización.

Paso Lambda

Se utiliza un paso Lambda para ejecutar una función AWS Lambda. Puede ejecutar una función 
Lambda existente o SageMaker puede crear y ejecutar una función Lambda nueva. Para ver un 
cuaderno que muestre cómo usar un paso de Lambda en una SageMaker canalización, consulte 
sagemaker-pipelines-lambda-step .ipynb.

Important

Los pasos de Lambda se introdujeron en Amazon SageMaker Python SDK v2.51.0 y 
Amazon SageMaker Studio Classic v3.9.1. Debe actualizar Studio Classic antes de usar un 
paso de Lambda o el DAG de canalización no aparecerá. Para actualizar Studio Classic, 
consulteCierre y actualice SageMaker Studio Classic.

SageMaker proporciona la clase SageMaker.Lambda_Helper.Lambda para crear, actualizar, invocar 
y eliminar funciones Lambda. Lambdatiene la siguiente firma.

Lambda( 
    function_arn,       # Only required argument to invoke an existing Lambda function 

    # The following arguments are required to create a Lambda function: 
    function_name, 
    execution_role_arn, 
    zipped_code_dir,    # Specify either zipped_code_dir and s3_bucket, OR script 
    s3_bucket,          # S3 bucket where zipped_code_dir is uploaded 
    script,             # Path of Lambda function script 
    handler,            # Lambda handler specified as "lambda_script.lambda_handler" 
    timeout,            # Maximum time the Lambda function can run before the lambda 
 step fails 
    ...
)

El sagemaker.workflow.lambda_step. LambdaStepla clase tiene un argumento de tipo.
lambda_func Lambda Para invocar una función de Lambda existente, el único requisito es 
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proporcionar el nombre de recurso de Amazon (ARN) de la función al function_arn. Si no 
proporciona un valor para function_arn, debe especificar el handler y una de las siguientes 
opciones:

• zipped_code_dir: la ruta de la función de Lambda comprimida

s3_bucket: el bucket de Amazon S3 donde se va a cargar zipped_code_dir

• script: la ruta del archivo de script de la función de Lambda

El siguiente ejemplo muestra cómo crear una definición de paso Lambda que invoque una función de 
Lambda existente.

from sagemaker.workflow.lambda_step import LambdaStep
from sagemaker.lambda_helper import Lambda

step_lambda = LambdaStep( 
    name="ProcessingLambda", 
    lambda_func=Lambda( 
        function_arn="arn:aws:lambda:us-west-2:012345678910:function:split-dataset-
lambda" 
    ), 
    inputs={ 
        s3_bucket = s3_bucket, 
        data_file = data_file 
    }, 
    outputs=[ 
        "train_file", "test_file" 
    ]
)

El siguiente ejemplo muestra cómo crear una definición de paso Lambda que cree e invoque una 
función de Lambda mediante un script de función de Lambda.

from sagemaker.workflow.lambda_step import LambdaStep
from sagemaker.lambda_helper import Lambda

step_lambda = LambdaStep( 
    name="ProcessingLambda", 
    lambda_func=Lambda( 
      function_name="split-dataset-lambda", 
      execution_role_arn=execution_role_arn, 
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      script="lambda_script.py", 
      handler="lambda_script.lambda_handler", 
      ... 
    ), 
    inputs={ 
        s3_bucket = s3_bucket, 
        data_file = data_file 
    }, 
    outputs=[ 
        "train_file", "test_file" 
    ]
)

Entradas y salidas

Si la función Lambda tiene entradas o salidas, estas también deben definirse en el paso Lambda.

Note

Los parámetros de entrada y salida no deben estar anidados. Por ejemplo, si utiliza un 
diccionario anidado como parámetro de salida, el diccionario se trata como una cadena única 
(p. ej. {"output1": "{\"nested_output1\":\"my-output\"}"}). Si proporciona un 
valor anidado e intenta consultarlo más adelante, se produce un error de cliente indicando 
que no se puede volver a intentar.

Al definir el paso Lambda, inputs debe se un diccionario de pares clave-valor. Cada valor del 
diccionario de inputs debe ser de un tipo primitivo (cadena, entero o flotante). No se admiten 
objetos anidados. Si no se define, el valor de inputs predeterminado es None.

El valor de outputs debe ser una lista de claves. Estas claves hacen referencia a un diccionario 
definido en la salida de la función Lambda. Como en inputs, estas claves deben ser de tipos 
primitivos y no se admiten objetos anidados.

Comportamiento de tiempo de espera y detención

La clase Lambda tiene un argumento timeout que especifica el tiempo máximo que puede 
ejecutarse la función de Lambda. El valor predeterminado es de 120 segundos, con un máximo de 
10 minutos. Si la función de Lambda se está ejecutando cuando se alcanza el tiempo de espera, el 
paso Lambda producirá un erro; sin embargo, la función de Lambda seguirá ejecutándose.
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No se puede detener un proceso de canalización mientras se está ejecutando un paso Lambda 
porque la función de Lambda invocada por el paso Lambda no se puede detener. Si intenta detener 
el proceso mientras la función de Lambda está en ejecución, la canalización espera a que finalice la 
función de Lambda o a que se agote el tiempo de espera (lo que ocurra primero) y, a continuación, 
se detiene. Si la función de Lambda finaliza, el estado del proceso de canalización es Stopped. Si 
se agota el tiempo de espera, el estado del proceso de canalización es Failed.

ClarifyCheck Paso

Puede utilizar el paso ClarifyCheck para comprobar la desviación de la referencia con respecto a 
las líneas de base anteriores para analizar los sesgos y la explicabilidad del modelo. A continuación, 
puede generar y registrar las líneas de base con el método model.register() y pasar la salida de 
ese método a Paso de modelo con step_args. Amazon SageMaker Model Monitor puede utilizar 
estas líneas base para la comprobación de desviaciones para los puntos finales de su modelo, por 
lo que no tendrá que hacer una sugerencia de referencia por separado. El paso ClarifyCheck
también permite extraer líneas de base para la comprobación de desviaciones del registro del 
modelo. Este ClarifyCheck paso aprovecha el contenedor prediseñado de Amazon SageMaker 
Clarify, que proporciona una gama de capacidades de monitoreo de modelos, incluida la sugerencia 
de restricciones y la validación de restricciones con respecto a una línea base determinada. Para 
obtener más información, consulte Cómo empezar con un contenedor Clarify. SageMaker

Configurar el ClarifyCheck paso

Puede configurar el paso ClarifyCheck para que realice solo uno de los siguientes tipos de 
comprobaciones cada vez que se utilice en una canalización.

• Verificación del sesgo de datos

• Verificación del sesgo del modelo

• Verificación de la explicabilidad del modelo

Para ello, defina el parámetro clarify_check_config con uno de los siguientes valores de tipo 
de comprobación:

• DataBiasCheckConfig

• ModelBiasCheckConfig

• ModelExplainabilityCheckConfig
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El ClarifyCheck paso inicia un trabajo de procesamiento que ejecuta el contenedor SageMaker 
prediseñado de Clarify y requiere configuraciones específicas para la comprobación y el trabajo de 
procesamiento. ClarifyCheckConfigy CheckJobConfig son funciones auxiliares para estas 
configuraciones que se alinean con la forma en que el trabajo de procesamiento de SageMaker 
Clarify calcula para comprobar el sesgo del modelo, el sesgo de los datos o la explicabilidad del 
modelo. Para obtener más información, consulte Ejecute SageMaker Clarify Processing Jobs para 
analizar los sesgos y facilitar la explicación.

Control del comportamiento del paso para comprobaciones de desviación

El paso ClarifyCheck requiere los dos indicadores booleanos siguientes para controlar su 
comportamiento:

• skip_check: este parámetro indica si se omite o no la comprobación de desviaciones con 
respecto a la referencia anterior. Si se establece en False, debe estar disponible la referencia 
anterior del tipo de comprobación configurado.

• register_new_baseline: este parámetro indica si se puede acceder a una referencia recién 
calculada mediante la propiedad de paso BaselineUsedForDriftCheckConstraints. 
Si se establece en False, también debe estar disponible la referencia anterior del 
tipo de comprobación configurado. Se puede acceder a ella a través de la propiedad
BaselineUsedForDriftCheckConstraints.

Para obtener más información, consulte Cálculo de referencia, detección de desviaciones y ciclo de 
vida con Amazon SageMaker Model Building Pipelines ClarifyCheck y sus QualityCheck pasos.

Trabajo con líneas de base

Si lo desea, puede especificar model_package_group_name para localizar la referencia 
existente y el paso ClarifyCheck extrae las DriftCheckBaselines del paquete de 
modelos aprobado más reciente del grupo de paquetes de modelos. O bien, puede proporcionar 
una referencia anterior a través del parámetro supplied_baseline_constraints. Si 
especifica tanto model_package_group_name como supplied_baseline_constraints, 
el paso ClarifyCheck utiliza la referencia especificada por el parámetro
supplied_baseline_constraints.

Para obtener más información sobre el uso de los requisitos de los ClarifyCheck pasos, consulte 
sagemaker.workflow.steps. ClarifyCheckStepen el Amazon SageMaker SageMaker SDK para 
Python. Para ver un bloc de notas clásico de Amazon SageMaker Studio que muestre cómo usar
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ClarifyCheck step in SageMaker Pipelines, consulta sagemaker-pipeline-model-monitor-clarify-
steps.ipynb.

Example Creación de un paso ClarifyCheck para la comprobación del sesgo de los datos

from sagemaker.workflow.check_job_config import CheckJobConfig
from sagemaker.workflow.clarify_check_step import DataBiasCheckConfig, ClarifyCheckStep
from sagemaker.workflow.execution_variables import ExecutionVariables

check_job_config = CheckJobConfig( 
    role=role, 
    instance_count=1, 
    instance_type="ml.c5.xlarge", 
    volume_size_in_gb=120, 
    sagemaker_session=sagemaker_session,
)

data_bias_data_config = DataConfig( 
    
 s3_data_input_path=step_process.properties.ProcessingOutputConfig.Outputs["train"].S3Output.S3Uri, 
    s3_output_path=Join(on='/', values=['s3:/', your_bucket, base_job_prefix, 
 ExecutionVariables.PIPELINE_EXECUTION_ID, 'databiascheckstep']), 
    label=0, 
    dataset_type="text/csv", 
    s3_analysis_config_output_path=data_bias_analysis_cfg_output_path,
)

data_bias_config = BiasConfig( 
    label_values_or_threshold=[15.0], facet_name=[8], facet_values_or_threshold=[[0.5]] 
   
)

data_bias_check_config = DataBiasCheckConfig( 
    data_config=data_bias_data_config, 
    data_bias_config=data_bias_config,
)h

data_bias_check_step = ClarifyCheckStep( 
    name="DataBiasCheckStep", 
    clarify_check_config=data_bias_check_config, 
    check_job_config=check_job_config, 
    skip_check=False, 
    register_new_baseline=False 
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   supplied_baseline_constraints="s3://sagemaker-us-west-2-111122223333/baseline/
analysis.json", 
    model_package_group_name="MyModelPackageGroup"
)

QualityCheck Paso

Puede utilizar el paso QualityCheck para realizar sugerencias de referencia y comprobar las 
desviaciones con respecto a una referencia anterior para determinar la calidad de los datos o la 
calidad del modelo en una canalización. A continuación, puede generar y registrar las líneas de 
base con el método model.register() y pasar la salida de ese método a Paso de modelo con
step_args. El monitor de modelos utiliza estas referencias para la comprobación de desviaciones 
en los puntos de conexión del modelo, de manera que no sea necesario hacer una sugerencia 
de referencia aparte. El paso QualityCheck también permite extraer líneas de base para la 
comprobación de desviaciones del registro del modelo. Este QualityCheck paso aprovecha el 
contenedor prediseñado de Amazon SageMaker Model Monitor, que cuenta con una gama de 
capacidades de monitoreo de modelos que incluyen la sugerencia de restricciones, la generación 
de estadísticas y la validación de restricciones con respecto a una línea base. Para obtener más 
información, consulte Contenedor prediseñado de Amazon SageMaker Model Monitor.

Configurar el paso QualityCheck

Puede configurar el paso QualityCheck para que realice solo uno de los siguientes tipos de 
comprobaciones cada vez que se utilice en una canalización.

• Verificación de la calidad de los datos

• Control de la calidad del modelo

Para ello, defina el parámetro quality_check_config con uno de los siguientes valores de tipo 
de comprobación:

• DataQualityCheckConfig

• ModelQualityCheckConfig

El paso QualityCheck inicia un trabajo de procesamiento que ejecuta el contenedor prediseñado 
del monitor de modelos y requiere configuraciones específicas para el trabajo de verificación y 
procesamiento. QualityCheckConfig y CheckJobConfig son funciones auxiliares para estas 
configuraciones que están alineadas con la forma en que el monitor de modelos crea una referencia 
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para supervisar la calidad del modelo o la calidad de los datos. Para obtener más información sobre 
las sugerencias de referencia del monitor de modelos, consulte Crear una referencia y Creación de 
una referencia de calidad del modelo.

Control del comportamiento del paso para comprobaciones de desviación

El paso QualityCheck requiere los dos indicadores booleanos siguientes para controlar su 
comportamiento:

• skip_check: este parámetro indica si se omite o no la comprobación de desviaciones con 
respecto a la referencia anterior. Si se establece en False, debe estar disponible la referencia 
anterior del tipo de comprobación configurado.

• register_new_baseline: este parámetro indica si se puede acceder a una referencia recién 
calculada mediante las propiedad de paso BaselineUsedForDriftCheckConstraints
y BaselineUsedForDriftCheckStatistics. Si se establece en False, también debe 
estar disponible la referencia anterior del tipo de comprobación configurado. Se puede 
acceder a ella a través de las propiedades BaselineUsedForDriftCheckConstraints y
BaselineUsedForDriftCheckStatistics.

Para obtener más información, consulte Cálculo de referencia, detección de desviaciones y ciclo de 
vida con Amazon SageMaker Model Building Pipelines ClarifyCheck y sus QualityCheck pasos.

Trabajo con líneas de base

Puede especificar una referencia anterior directamente a través de los parámetros
supplied_baseline_statistics y supplied_baseline_constraints. También 
puede especificar el model_package_group_name, y el paso QualityCheck extrae 
las DriftCheckBaselines en el paquete de modelos aprobado más reciente del 
grupo de paquetes de modelos. Al especificar el model_package_group_name, las
supplied_baseline_constraints y las supplied_baseline_statistics, el paso
QualityCheck utiliza la referencia especificada por las supplied_baseline_constraints y las
supplied_baseline_statistics en el tipo de comprobación del paso QualityCheck que se 
está ejecutando.

Para obtener más información sobre el uso de los requisitos del QualityCheck paso, consulte
sagemaker.workflow.steps. QualityCheckStepen el Amazon SageMaker SageMaker SDK para 
Python. Para ver un bloc de notas clásico de Amazon SageMaker Studio que muestre cómo usar
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QualityCheck step in SageMaker Pipelines, consulta sagemaker-pipeline-model-monitor-clarify-
steps.ipynb.

Example Creación de un paso QualityCheck para la comprobación de la calidad de los datos

from sagemaker.workflow.check_job_config import CheckJobConfig
from sagemaker.workflow.quality_check_step import DataQualityCheckConfig, 
 QualityCheckStep
from sagemaker.workflow.execution_variables import ExecutionVariables

check_job_config = CheckJobConfig( 
    role=role, 
    instance_count=1, 
    instance_type="ml.c5.xlarge", 
    volume_size_in_gb=120, 
    sagemaker_session=sagemaker_session,
)

data_quality_check_config = DataQualityCheckConfig( 
    
 baseline_dataset=step_process.properties.ProcessingOutputConfig.Outputs["train"].S3Output.S3Uri, 
    dataset_format=DatasetFormat.csv(header=False, output_columns_position="START"), 
    output_s3_uri=Join(on='/', values=['s3:/', your_bucket, base_job_prefix, 
 ExecutionVariables.PIPELINE_EXECUTION_ID, 'dataqualitycheckstep'])
)

data_quality_check_step = QualityCheckStep( 
    name="DataQualityCheckStep", 
    skip_check=False, 
    register_new_baseline=False, 
    quality_check_config=data_quality_check_config, 
    check_job_config=check_job_config, 
    supplied_baseline_statistics="s3://sagemaker-us-west-2-555555555555/baseline/
statistics.json", 
    supplied_baseline_constraints="s3://sagemaker-us-west-2-555555555555/baseline/
constraints.json", 
    model_package_group_name="MyModelPackageGroup"
)

Paso EMR

Puede utilizar el paso EMR de Amazon SageMaker Model Building Pipelines para procesar los pasos 
de Amazon EMR en un clúster de Amazon EMR en ejecución o hacer que la canalización cree y 

Amazon SageMaker Model Building Pipelines 4990

https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-pipelines/tabular/model-monitor-clarify-pipelines/sagemaker-pipeline-model-monitor-clarify-steps.ipynb
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-pipelines/tabular/model-monitor-clarify-pipelines/sagemaker-pipeline-model-monitor-clarify-steps.ipynb
https://docs.aws.amazon.com/emr/latest/ManagementGuide/emr-overview.html
https://docs.aws.amazon.com/emr/latest/ManagementGuide/emr-work-with-steps.html


Amazon SageMaker Guía para desarrolladores

gestione un clúster de Amazon EMR por usted. Para obtener más información sobre Amazon EMR, 
consulte Introducción a Amazon EMR.

El paso EMR requiere que EMRStepConfig incluya la ubicación del archivo JAR que utilizará el 
clúster de Amazon EMR y cualquier argumento que se vaya a pasar. También debe proporcionar 
el ID del clúster de Amazon EMR si desea ejecutar el paso en un clúster de EMR en ejecución, o la 
configuración del clúster si desea que el paso EMR se ejecute en un clúster que cree, administre y 
finalice en su nombre. Las siguientes secciones incluyen ejemplos y enlaces a cuadernos de muestra 
que muestran ambos métodos.

Note

• Los pasos EMR requieren que el rol transferido a su canalización tenga 
permisos adicionales. Debe asociar la política administrada por AWS:
AmazonSageMakerPipelinesIntegrations a su rol de canalización o asegurarse de 
que el rol incluya los permisos de esa política.

• El paso EMR no se admite en EMR sin servidor ni en Amazon EMR en EKS.

• Si procesa un paso EMR en un clúster en ejecución, solo podrá usar un clúster que se 
encuentre en uno de los siguientes estados: STARTING, BOOTSTRAPPING, RUNNING o
WAITING.

• Si procesa los pasos EMR en un clúster en ejecución, puede tener como máximo 
256 pasos EMR en un estado PENDING en un clúster de EMR. Los pasos EMR enviados 
por encima de este límite provocan un error en la ejecución de la canalización. Puede 
plantearse usar Política de reintentos para los pasos de la canalización.

• Especifique el ID del clúster o la configuración del clúster, pero no ambos.

• El paso de EMR depende de Amazon EventBridge para monitorear los 
cambios en el paso de EMR o en el estado del clúster. Si procesa su trabajo 
de Amazon EMR en un clúster en ejecución, el paso EMR utiliza la regla
SageMakerPipelineExecutionEMRStepStatusUpdateRule para supervisar el 
estado del paso EMR. Si procesa su trabajo en un clúster que el paso EMR cree en su 
nombre, el paso usa la regla SageMakerPipelineExecutionEMRClusterStatusRule
para supervisar los cambios en el estado del clúster. Si ve alguna de estas EventBridge 
reglas en su AWS cuenta, no la elimine o, de lo contrario, es posible que su paso de EMR 
no se complete.

Amazon SageMaker Model Building Pipelines 4991

https://docs.aws.amazon.com/emr/latest/ManagementGuide/emr-gs.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-pipelines.html#security-iam-awsmanpol-AmazonSageMakerPipelinesIntegrations
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-pipelines.html#security-iam-awsmanpol-AmazonSageMakerPipelinesIntegrations


Amazon SageMaker Guía para desarrolladores

Lanzamiento de un nuevo trabajo en un clúster de Amazon EMR en ejecución

Si desea lanzar un nuevo trabajo en un clúster de Amazon EMR en ejecución, debe pasar el ID 
del clúster en forma de cadena al argumento cluster_id del EMRStep. El siguiente ejemplo 
demuestra este procedimiento.

from sagemaker.workflow.emr_step import EMRStep, EMRStepConfig

emr_config = EMRStepConfig( 
    jar="jar-location", # required, path to jar file used 
    args=["--verbose", "--force"], # optional list of arguments to pass to the jar 
    main_class="com.my.Main1", # optional main class, this can be omitted if jar above 
 has a manifest  
    properties=[ # optional list of Java properties that are set when the step runs 
    { 
        "key": "mapred.tasktracker.map.tasks.maximum", 
        "value": "2" 
    }, 
    { 
        "key": "mapreduce.map.sort.spill.percent", 
        "value": "0.90" 
   }, 
   { 
       "key": "mapreduce.tasktracker.reduce.tasks.maximum", 
       "value": "5" 
    } 
  ]
)

step_emr = EMRStep ( 
    name="EMRSampleStep", # required 
    cluster_id="j-1ABCDEFG2HIJK", # include cluster_id to use a running cluster 
    step_config=emr_config, # required 
    display_name="My EMR Step", 
    description="Pipeline step to execute EMR job"
)

Para ver un ejemplo de cuaderno que lo guía a través de un ejemplo completo, consulte  SageMaker 
Pipelines EMR Step With Running EMR Cluster.

Lanzamiento de un nuevo trabajo en un clúster de Amazon EMR nuevo
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Si quiere lanzar un nuevo trabajo en un clúster nuevo que EMRStep cree para usted, proporcione 
la configuración del clúster en forma de diccionario con la misma estructura que una solicitud.
RunJobFlow Sin embargo, no incluya los siguientes campos en la configuración del clúster:

• [Name]

• [Steps]

• [AutoTerminationPolicy]

• [Instances][KeepJobFlowAliveWhenNoSteps]

• [Instances][TerminationProtected]

Todos los demás argumentos RunJobFlow están disponibles para su uso en la configuración del 
clúster. Para obtener más información sobre la sintaxis de la solicitud, consulte RunJobFlow.

El siguiente ejemplo pasa una configuración de clúster a una definición de paso EMR, que solicita al 
paso que lance un nuevo trabajo en un nuevo clúster de EMR. La configuración del clúster de EMR 
de este ejemplo incluye especificaciones para los nodos del clúster de EMR principales y básicos. 
Para obtener más información sobre los tipos de nodos de Amazon EMR, consulte Descripción de 
los tipos de nodos: principales, básicos y de tarea.

from sagemaker.workflow.emr_step import EMRStep, EMRStepConfig

emr_step_config = EMRStepConfig( 
    jar="jar-location", # required, path to jar file used 
    args=["--verbose", "--force"], # optional list of arguments to pass to the jar 
    main_class="com.my.Main1", # optional main class, this can be omitted if jar above 
 has a manifest  
    properties=[ # optional list of Java properties that are set when the step runs 
    { 
        "key": "mapred.tasktracker.map.tasks.maximum", 
        "value": "2" 
    }, 
    { 
        "key": "mapreduce.map.sort.spill.percent", 
        "value": "0.90" 
   }, 
   { 
       "key": "mapreduce.tasktracker.reduce.tasks.maximum", 
       "value": "5" 
    } 
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  ]
)

# include your cluster configuration as a dictionary
emr_cluster_config = { 
    "Applications": [ 
        { 
            "Name": "Spark",  
        } 
    ], 
    "Instances":{ 
        "InstanceGroups":[ 
            { 
                "InstanceRole": "MASTER", 
                "InstanceCount": 1, 
                "InstanceType": "m5.2xlarge" 
            }, 
            { 
                "InstanceRole": "CORE", 
                "InstanceCount": 2, 
                "InstanceType": "m5.2xlarge" 
            } 
        ] 
    }, 
    "BootstrapActions":[], 
    "ReleaseLabel": "emr-6.6.0", 
    "JobFlowRole": "job-flow-role", 
    "ServiceRole": "service-role"
}

emr_step = EMRStep( 
    name="emr-step", 
    cluster_id=None, 
    display_name="emr_step", 
    description="MyEMRStepDescription", 
    step_config=emr_step_config, 
    cluster_config=emr_cluster_config
)

Para ver un ejemplo de cuaderno que lo guía a través de un ejemplo completo, consulte  SageMaker 
Pipelines EMR Step With Cluster Lifecycle Management.
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Notebook Job Step

Utilice NotebookJobStep a para ejecutar su SageMaker Notebook Job de forma no interactiva 
como un paso de proceso. Para obtener más información sobre los trabajos de SageMaker 
Notebook, consulte. SageMaker Trabajos de cuaderno

A NotebookJobStep requiere como mínimo una libreta de entrada, el URI de la imagen y el nombre 
del núcleo. Para obtener más información sobre los requisitos de los pasos de Notebook Job y otros 
parámetros que puede configurar para personalizar su paso, consulte sagemaker.workflow.steps. 
NotebookJobStep.

En el siguiente ejemplo, se utilizan argumentos mínimos para definir unNotebookJobStep.

from sagemaker.workflow.notebook_job_step import NotebookJobStep

notebook_job_step = NotebookJobStep( 
    input_notebook=input_notebook, 
    image_uri=image_uri, 
    kernel_name=kernel_name
)

El paso de la NotebookJobStep canalización se trata como un trabajo de SageMaker cuaderno, 
por lo que puede realizar un seguimiento del estado de ejecución en el panel de tareas del cuaderno 
de Studio Classic UI si incluye etiquetas específicas con el tags argumento. Para obtener más 
información sobre las etiquetas que se deben incluir, consulteConsulta los trabajos de tu bloc de 
notas en el panel de la interfaz de usuario de Studio.

Además, si programa el trabajo del bloc de notas con el SDK de SageMaker Python, solo podrá 
especificar determinadas imágenes para ejecutar el trabajo del bloc de notas. Para obtener más 
información, consulte Restricciones de imagen para trabajos de cuadernos del SDK de SageMaker 
Python.

Paso de error

Se utiliza FailStep para detener una ejecución de Amazon SageMaker Model Building Pipelines 
cuando no se alcanza la condición o el estado deseado y para marcar la ejecución de esa 
canalización como fallida. El FailStep también le permite introducir un mensaje de error 
personalizado en el que se indique la causa del error de la ejecución de la canalización.
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Note

Cuando un FailStep y otros pasos de la canalización se ejecutan simultáneamente, la 
canalización no termina hasta que se hayan completado todos los pasos simultáneos.

Limitaciones de uso de FailStep

• No puede agregar un FailStep a la lista DependsOn de otros pasos. Para obtener más 
información, consulte Dependencia personalizada entre pasos.

• Otros pasos no pueden hacer referencia al FailStep. Es siempre el último paso de la ejecución 
de una canalización.

• No se puede volver a intentar ejecutar una canalización que termine con un FailStep.

Puede crear el ErrorMessage de FailStep en forma de cadena de texto estático. Como 
alternativa, también puede utilizar los Parámetros de canalización, una operación de unión u otras
propiedades del paso para crear un mensaje de error más informativo.

Example

El siguiente fragmento de código de ejemplo utiliza un FailStep con un ErrorMessage
configurado con parámetros de canalización y una operación Join.

from sagemaker.workflow.fail_step import FailStep
from sagemaker.workflow.functions import Join
from sagemaker.workflow.parameters import ParameterInteger

mse_threshold_param = ParameterInteger(name="MseThreshold", default_value=5)
step_fail = FailStep( 
    name="AbaloneMSEFail", 
    error_message=Join( 
        on=" ", values=["Execution failed due to MSE >", mse_threshold_param] 
    ),
)

Paso de propiedades

El atributo properties se utiliza para agregar dependencias de datos entre los pasos de la 
canalización. Luego, SageMaker Pipelines utiliza estas dependencias de datos para construir el DAG 
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a partir de la definición de la canalización. Se puede hacer referencia a estas propiedades como 
valores de marcador de posición y se resuelven en el tiempo de ejecución.

El properties atributo de un paso de SageMaker Pipelines coincide con el objeto devuelto por una
Describe llamada para el tipo de trabajo correspondiente SageMaker . Para cada tipo de trabajo, la 
llamada Describe devuelve el siguiente objeto de respuesta:

• ProcessingStep – DescribeProcessingJob

• TrainingStep – DescribeTrainingJob

• TransformStep – DescribeTransformJob

Para comprobar qué propiedades son recomendables para cada tipo de paso durante la creación de 
una dependencia de datos, consulte Dependencia de datos: referencia de propiedades en el SDK de 
Amazon  SageMaker Python.

Paso de paralelismo

Cuando un paso no depende de ningún otro paso, se ejecuta inmediatamente después de la 
ejecución de la canalización. Sin embargo, si se ejecutan demasiados pasos de canalización en 
paralelo se podrían agotar rápidamente los recursos disponibles. Controle el número de pasos 
simultáneos para la ejecución de una canalización con ParallelismConfiguration.

En el siguiente ejemplo, se utiliza ParallelismConfiguration para establecer el límite de pasos 
simultáneos en cinco.

pipeline.create( 
    parallelism_config=ParallelismConfiguration(5),
)

Dependencia de datos entre pasos

La estructura del DAG se define al especificar las relaciones de datos entre los pasos. Para crear 
dependencias de datos entre los pasos, transfiera las propiedades de un paso como entrada a otro 
paso de la canalización. El paso que recibe la entrada no se inicia hasta que termina de ejecutarse el 
paso que proporciona la entrada.

Una dependencia de datos utiliza la JsonPath notación en el siguiente formato. Este formato abarca 
el archivo de propiedades JSON, lo que significa que puede anexar tantas instancias <property>
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como sea necesario para alcanzar la propiedad anidada deseada en el archivo. Para obtener más 
información sobre la JsonPath notación, consulta el JsonPath repositorio.

<step_name>.properties.<property>.<property>

A continuación se muestra cómo especificar un bucket de Amazon S3 mediante la propiedad
ProcessingOutputConfig de un paso de procesamiento.

step_process.properties.ProcessingOutputConfig.Outputs["train_data"].S3Output.S3Uri

Para crear la dependencia de datos, pase el bucket a un paso de entrenamiento de la siguiente 
manera.

from sagemaker.workflow.pipeline_context import PipelineSession

sklearn_train = SKLearn(..., sagemaker_session=PipelineSession())

step_train = TrainingStep( 
    name="CensusTrain", 
    step_args=sklearn_train.fit(inputs=TrainingInput( 
        s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
            "train_data"].S3Output.S3Uri 
    ))
)

Para comprobar qué propiedades son recomendables para cada tipo de paso durante la creación de 
una dependencia de datos, consulte Dependencia de datos: referencia de propiedades en el SDK de 
Amazon  SageMaker Python.

Dependencia personalizada entre pasos

Al especificar una dependencia de datos, SageMaker Pipelines proporciona la conexión de datos 
entre los pasos. Como alternativa, un paso puede acceder a los datos de un paso anterior sin usar 
SageMaker Pipelines directamente. En este caso, puedes crear una dependencia personalizada que 
indique a SageMaker Pipelines que no inicie un paso hasta que otro haya terminado de ejecutarse. 
Para crear una dependencia personalizada, especifique el atributo DependsOn de un paso.

A modo de ejemplo, lo siguiente define un paso C que comienza solo después de que el paso A y el 
paso B terminen de ejecutarse.
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{ 
  'Steps': [ 
    {'Name':'A', ...}, 
    {'Name':'B', ...}, 
    {'Name':'C', 'DependsOn': ['A', 'B']} 
  ]
}

SageMaker Pipelines lanza una excepción de validación si la dependencia crea una dependencia 
cíclica.

En el siguiente ejemplo, se crea un paso de entrenamiento que comienza cuando termina de 
ejecutarse un paso de procesamiento.

processing_step = ProcessingStep(...)
training_step = TrainingStep(...)

training_step.add_depends_on([processing_step])

El siguiente ejemplo crea un paso de entrenamiento que no comienza hasta que terminen de 
ejecutarse dos pasos de procesamiento diferentes.

processing_step_1 = ProcessingStep(...)
processing_step_2 = ProcessingStep(...)

training_step = TrainingStep(...)

training_step.add_depends_on([processing_step_1, processing_step_2])

A continuación, se proporciona una forma alternativa de crear la dependencia personalizada.

training_step.add_depends_on([processing_step_1])
training_step.add_depends_on([processing_step_2])

El siguiente ejemplo crea un paso de entrenamiento que recibe la entrada de un paso de 
procesamiento y espera a que termine de ejecutarse otro paso de procesamiento.

processing_step_1 = ProcessingStep(...)
processing_step_2 = ProcessingStep(...)

training_step = TrainingStep( 
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    ..., 
    inputs=TrainingInput( 
        s3_data=processing_step_1.properties.ProcessingOutputConfig.Outputs[ 
            "train_data" 
        ].S3Output.S3Uri 
    )

training_step.add_depends_on([processing_step_2])

En el ejemplo siguiente se muestra cómo recuperar una lista de cadenas de las dependencias 
personalizadas de un paso.

custom_dependencies = training_step.depends_on

Uso de una imagen personalizada en un paso

Puedes usar cualquiera de las imágenes de SageMaker Deep Learning Container disponibles al 
crear un paso en tu canalización.

También puede utilizar su propio contenedor con pasos de canalización. Como no puede crear una 
imagen desde Amazon SageMaker Studio Classic, debe crearla mediante otro método antes de 
utilizarla con Amazon SageMaker Model Building Pipelines.

Para usar su propio contenedor al crear los pasos de la canalización, incluya el URI de la imagen en 
la definición del estimador. Para obtener más información sobre cómo usar su propio contenedor con 
SageMaker, consulte Uso de contenedores Docker con. SageMaker

Código L ift-and-shift Python con el decorador @step

El @step decorador es una función que convierte el código de aprendizaje automático (ML) local en 
uno o más pasos de canalización. Puedes escribir tu función de ML como lo harías para cualquier 
proyecto de ML. Una vez probada localmente o como un trabajo de formación con el @remote
decorador, puedes convertir la función en un paso SageMaker en proceso añadiendo un @step
decorador. A continuación, puedes pasar el resultado de la llamada a la función @step -decorada 
como paso a SageMaker Pipelines para crear y ejecutar una canalización. También puedes 
encadenar una serie de funciones con el @step decorador para crear también una canalización de 
gráficos acíclicos dirigidos (DAG) de varios pasos.

La configuración para usar el @step decorador es la misma que la configuración para usar el 
decorador. @remote Puede consultar la documentación de las funciones remotas para obtener 
detalles sobre cómo configurar el entorno y utilizar un archivo de configuración para establecer 
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los valores predeterminados. Para obtener más información sobre el @step decorador, consulte 
sagemaker.workflow.function_step.step.

Para ver ejemplos de cuadernos que muestran el uso del decorador, consulte los cuadernos de 
muestra de @step decorator. @step

En las siguientes secciones se explica cómo puedes anotar tu código ML local con un @step
decorador para crear un paso, crear y ejecutar una canalización utilizando el paso y personalizar la 
experiencia para tu caso de uso.

Temas

• Crea una canalización con funciones decoradas @step

• Ejecución de una canalización

• Configura tu canalización

• Prácticas recomendadas

• Limitaciones 

Crea una canalización con funciones decoradas @step

Puede crear una canalización convirtiendo las funciones de Python en pasos de canalización 
mediante el @step decorador, creando dependencias entre esas funciones para crear un gráfico de 
canalización (o gráfico acíclico dirigido (DAG)) y pasando los nodos de hoja de ese gráfico como una 
lista de pasos a la canalización. En las siguientes secciones se explica este procedimiento en detalle 
con ejemplos.

Temas

• Convierte una función en un paso

• Crea dependencias entre los pasos

• ConditionStepUtilízalo con peldaños @step decorados

• Defina una canalización utilizando el DelayedReturn resultado de los pasos

• Crear una canalización

Convierte una función en un paso

Para crear un paso con el @step decorador, anota la función con. @step El siguiente ejemplo 
muestra una función @step decorada con símbolos que preprocesa los datos.
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from sagemaker.workflow.function_step import step

@step
def preprocess(raw_data): 
    df = pandas.read_csv(raw_data) 
    ... 
    return procesed_dataframe 
     
step_process_result = preprocess(raw_data)

Al invocar una función @step decorada con símbolos, SageMaker devuelve una DelayedReturn
instancia en lugar de ejecutar la función. Una DelayedReturn instancia es un proxy del retorno 
real de esa función. La DelayedReturn instancia se puede pasar a otra función como argumento 
o directamente a una instancia de canalización como paso. Para obtener información sobre la
DelayedReturn clase, consulta sagemaker.workflow.function_step. DelayedReturn.

Crea dependencias entre los pasos

Al crear una dependencia entre dos pasos, se crea una conexión entre los pasos del gráfico de 
canalización. En las siguientes secciones, se presentan varias formas de crear una dependencia 
entre los pasos de la canalización.

Dependencias de datos mediante argumentos de entrada

Al pasar la DelayedReturn salida de una función como entrada a otra función, se crea 
automáticamente una dependencia de datos en el DAG de canalización. En el siguiente ejemplo, 
al pasar la DelayedReturn salida de la preprocess función a la train función se crea una 
dependencia entre preprocess ytrain.

from sagemaker.workflow.function_step import step

@step
def preprocess(raw_data): 
    df = pandas.read_csv(raw_data) 
    ... 
    return procesed_dataframe

@step
def train(training_data): 
    ... 
    return trained_model
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step_process_result = preprocess(raw_data)     
step_train_result = train(step_process_result)

El ejemplo anterior define una función de entrenamiento que está decorada con@step. Cuando se 
invoca esta función, recibe como entrada el DelayedReturn resultado del paso de la canalización 
de preprocesamiento. Al invocar la función de entrenamiento, se devuelve otra DelayedReturn
instancia. Esta instancia contiene la información sobre todos los pasos anteriores definidos en esa 
función (es decir, el preprocess paso de este ejemplo) que forman el DAG de canalización.

En el ejemplo anterior, la preprocess función devuelve un único valor. Para obtener información 
sobre tipos de retorno más complejos, como listas o tuplas, consulte. Limitaciones 

Defina las dependencias personalizadas

En el ejemplo anterior, la train función recibió el DelayedReturn resultado de preprocess y 
creó una dependencia. Si desea definir la dependencia de forma explícita sin pasar el resultado del 
paso anterior, utilice la add_depends_on función con el paso. Puedes usar la get_step() función 
para recuperar el paso subyacente de su DelayedReturn instancia y, a continuación, llamar a
add_depends_on _on con la dependencia como entrada. Para ver la definición de la get_step()
función, consulta sagemaker.workflow.step_outputs.get_step. El siguiente ejemplo muestra cómo 
crear una dependencia entre y usar y. preprocess train get_step() add_depends_on()

from sagemaker.workflow.step_outputs import get_step

@step
def preprocess(raw_data): 
    df = pandas.read_csv(raw_data) 
    ... 
    processed_data = .. 
    return s3.upload(processed_data)

@step
def train(): 
    training_data = s3.download(....) 
    ... 
    return trained_model

step_process_result = preprocess(raw_data)     
step_train_result = train()

get_step(step_train_result).add_depends_on(step_process_result)
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Transfiere datos desde y hacia una función @step decorada con símbolos a un paso de canalización 
tradicional

Puede crear una canalización que incluya un @step escalón decorado y un escalón de canalización 
tradicional y pasar datos entre ellos. Por ejemplo, puede utilizarlos ProcessingStep para procesar 
los datos y pasar su resultado a la función @step de entrenamiento decorada con letras. En el 
siguiente ejemplo, un paso @step de entrenamiento decorado hace referencia al resultado de un 
paso de procesamiento.

# Define processing step

from sagemaker.sklearn.processing import SKLearnProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep

sklearn_processor = SKLearnProcessor( 
    framework_version='1.2-1', 
    role='arn:aws:iam::123456789012:role/SagemakerExecutionRole', 
    instance_type='ml.m5.large', 
    instance_count='1',
)

inputs = [ 
    ProcessingInput(source=input_data, destination="/opt/ml/processing/input"),
]
outputs = [ 
    ProcessingOutput(output_name="train", source="/opt/ml/processing/train"), 
    ProcessingOutput(output_name="validation", source="/opt/ml/processing/validation"), 
    ProcessingOutput(output_name="test", source="/opt/ml/processing/test")
]

process_step = ProcessingStep( 
    name="MyProcessStep", 
    step_args=sklearn_processor.run(inputs=inputs, 
 outputs=outputs,code='preprocessing.py'),
)

# Define a @step-decorated train step which references the  
# output of a processing step

@step
def train(train_data_path, test_data_path): 
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    ... 
    return trained_model 
     
step_train_result = train( 
   process_step.properties.ProcessingOutputConfig.Outputs["train"].S3Output.S3Uri, 
   process_step.properties.ProcessingOutputConfig.Outputs["test"].S3Output.S3Uri,
)

ConditionStepUtilízalo con peldaños @step decorados

SageMaker Pipelines apoya a una ConditionStep clase que evalúa los resultados de los 
pasos anteriores para decidir qué medidas tomar en el proceso. También se puede utilizar
ConditionStep con un @step escalón decorado. Para usar el resultado de cualquier paso @step
decorado con un símboloConditionStep, introduce el resultado de ese paso como argumento 
para. ConditionStep En el siguiente ejemplo, el paso de condición recibe el resultado del paso de 
evaluación del modelo @step decorado con bordes.

# Define steps

@step(name="evaluate")
def evaluate_model(): 
    # code to evaluate the model 
    return { 
        "rmse":rmse_value 
    } 
     
@step(name="register")
def register_model(): 
    # code to register the model 
    ...

# Define ConditionStep

from sagemaker.workflow.condition_step import ConditionStep
from sagemaker.workflow.conditions import ConditionGreaterThanOrEqualTo
from sagemaker.workflow.fail_step import FailStep

conditionally_register = ConditionStep( 
    name="conditional_register", 
    conditions=[ 
        ConditionGreaterThanOrEqualTo( 
            # Output of the evaluate step must be json serializable 
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            left=evaluate_model()["rmse"],  #  
            right=5, 
        ) 
    ], 
    if_steps=[FailStep(name="Fail", error_message="Model performance is not good 
 enough")], 
    else_steps=[register_model()],
)

Defina una canalización utilizando el DelayedReturn resultado de los pasos

Una canalización se define de la misma manera independientemente de si se utiliza o no un @step
decorador. Cuando pasas una DelayedReturn instancia a tu canalización, no necesitas pasar 
una lista completa de pasos para crear la canalización. El SDK deduce automáticamente los pasos 
anteriores en función de las dependencias que definas. Todos los pasos anteriores de los Step
objetos que has pasado a la canalización o a los DelayedReturn objetos se incluyen en el gráfico 
de canalización. En el siguiente ejemplo, la canalización recibe el DelayedReturn objeto de la
train función. SageMaker añade el preprocess paso, como paso anteriortrain, al gráfico de 
canalización.

from sagemaker.workflow.pipeline import Pipeline

pipeline = Pipeline( 
    name="<pipeline-name>", 
    steps=[step_train_result], 
    sagemaker_session=<sagemaker-session>,
)

Si no hay datos o dependencias personalizadas entre los pasos y ejecutas varios pasos en paralelo, 
el gráfico de canalización tiene más de un nodo hoja. Transfiere todos estos nodos de hoja de 
una lista al steps argumento de la definición de tu canalización, como se muestra en el siguiente 
ejemplo:

@step
def process1(): 
    ... 
    return data 
     
@step
def process2(): 
   ... 
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   return data 
    
step_process1_result = process1()
step_process2_result = process2()

pipeline = Pipeline( 
    name="<pipeline-name>", 
    steps=[step_process1_result, step_process2_result], 
    sagemaker_session=sagemaker-session,
)

Cuando se ejecuta la canalización, ambos pasos se ejecutan en paralelo.

Solo se pasan los nodos de hoja del gráfico a la canalización porque los nodos de hoja contienen 
información sobre todos los pasos anteriores definidos mediante datos o dependencias 
personalizadas. Al compilar la canalización, SageMaker también deduce todos los pasos 
subsiguientes que forman el gráfico de canalización y añade cada uno de ellos como un paso 
independiente a la canalización.

Crear una canalización

Crea una canalización mediante una llamadapipeline.create(), tal y como se muestra 
en el siguiente fragmento. Para obtener más información al respectocreate(), consulte 
SageMaker.workflow.Pipeline.Pipeline.create.

role = "pipeline-role"
pipeline.create(role)

Cuando llamas, compila todos los pasos definidos como parte de la instancia de
pipeline.create() SageMaker canalización. SageMaker carga la función serializada, los 
argumentos y todos los demás artefactos relacionados con los pasos en Amazon S3.

Los datos residen en el depósito de S3 de acuerdo con la siguiente estructura:

s3_root_uri/ 
     pipeline_name/ 
        sm_rf_user_ws/ 
            workspace.zip  # archive of the current working directory (workdir) 
         step_name/ 
             timestamp/ 
                arguments/                # serialized function arguments 
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                function/                 # serialized function 
                pre_train_dependencies/   # any dependencies and pre_execution scripts 
 provided for the step        
         execution_id/ 
             step_name/ 
                results     # returned output from the serialized function including 
 the model

s3_root_urise define en el archivo de SageMaker configuración y se aplica a toda la canalización. 
Si no está definido, se utiliza el SageMaker depósito predeterminado.

Note

Cada vez SageMaker que compila una canalización, SageMaker guarda las funciones, 
los argumentos y las dependencias serializados de los pasos en una carpeta con la hora 
actual. Esto ocurre cada vez que ejecutas, o. pipeline.create() pipeline.update()
pipeline.upsert() pipeline.definition()

Ejecución de una canalización

Inicie una nueva ejecución de canalización con la pipeline.start() función como lo haría 
con una SageMaker canalización tradicional. Para obtener información sobre la start() función, 
consulte SageMaker.Workflow.Pipeline.Pipeline.start.

Note

Un paso definido @step con el decorador se ejecuta como un trabajo de formación. Por lo 
tanto, tenga en cuenta los siguientes límites:

• Límites de instancias y límites de trabajos de formación en sus cuentas. Actualice sus 
límites en consecuencia para evitar problemas de limitación o limitación de recursos.

• Los costes monetarios asociados a cada fase de formación que se esté tramitando. Para 
obtener más información, consulta los  SageMaker precios de Amazon.

Recupera los resultados de una canalización ejecutada localmente

Para ver el resultado de cualquier paso de la ejecución de una canalización, usa execution.result (), 
como se muestra en el siguiente fragmento:
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execution = pipeline.start()
execution.result(step_name="train")

Note

SageMaker Pipelines no es compatible con el modo local. execution.result()

Solo puede recuperar los resultados paso a paso. Si el nombre del paso lo generó SageMaker, 
puede recuperarlo llamando de la list_steps siguiente manera:

execution.list_step()

Ejecuta una canalización de forma local

Puede instalar una tubería con escalones @step decorados localmente, como lo haría con 
los escalones de una tubería tradicional. Para obtener más información sobre la ejecución de 
canalizaciones en modo local, consulteModo local. Para usar el modo local, proporciona una
LocalPipelineSession en lugar de una SageMakerSession a tu definición de canalización, 
como se muestra en el siguiente ejemplo:

from sagemaker.workflow.function_step import step
from sagemaker.workflow.pipeline import Pipeline
from sagemaker.workflow.pipeline_context import LocalPipelineSession

@step
def train(): 
    training_data = s3.download(....) 
    ... 
    return trained_model 
     
step_train_result = train()

local_pipeline_session = LocalPipelineSession()

local_pipeline = Pipeline( 
    name="<pipeline-name>", 
    steps=[step_train_result], 
    sagemaker_session=local_pipeline_session # needed for local mode
)
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local_pipeline.create(role_arn="role_arn")

# pipeline runs locally
execution = local_pipeline.start()

Configura tu canalización

Se recomienda utilizar el archivo de SageMaker configuración para establecer los valores 
predeterminados de la canalización. Para obtener información sobre el archivo SageMaker de 
configuración, consulte Configuración y uso de valores predeterminados con el SDK de SageMaker 
Python. Cualquier configuración que se añada al archivo de configuración se aplica a todos los 
pasos de la canalización. Si quieres anular las opciones de alguno de los pasos, proporciona nuevos 
valores en los argumentos del @step decorador.

La configuración del @step decorador en el archivo de configuración es idéntica a la configuración 
del @remote decorador. Para configurar el ARN del rol de canalización y las etiquetas de 
canalización en el archivo de configuración, usa la Pipeline sección que se muestra en el siguiente 
fragmento:

SchemaVersion: '1.0'
SageMaker: 
  Pipeline: 
    RoleArn: 'arn:aws:iam::555555555555:role/IMRole' 
    Tags: 
    - Key: 'tag_key' 
      Value: 'tag_value'

La mayoría de los valores predeterminados se pueden establecer en el archivo de configuración y 
también se pueden anular pasando nuevos valores al decorador. @step Por ejemplo, puedes anular 
el tipo de instancia establecido en el archivo de configuración para el paso de preprocesamiento, 
como se muestra en el siguiente ejemplo:

@step(instance_type="ml.m5.large")
def preprocess(raw_data): 
    df = pandas.read_csv(raw_data) 
    ... 
    return procesed_dataframe
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Algunos argumentos no forman parte de la lista de parámetros del @step decorador; solo se pueden 
configurar para toda la canalización a través del archivo de configuración. SageMaker Se enumeran 
de la siguiente manera:

• sagemaker_session(sagemaker.session.Session): La SageMaker sesión subyacente a 
la que SageMaker los delegados llaman al servicio. Si no se especifica, se crea una sesión con la 
siguiente configuración predeterminada:

SageMaker: 
  PythonSDK: 
    Modules: 
      Session: 
        DefaultS3Bucket: 'default_s3_bucket' 
        DefaultS3ObjectKeyPrefix: 'key_prefix'

• custom_file_filter(CustomFileFilter): Un CustomFileFilter objeto 
que especifica los directorios y archivos locales que se van a incluir en el paso de 
canalización. Si no se especifica, este valor se establece de forma predeterminada en. None
custom_file_filterPara que surta efecto, debe IncludeLocalWorkdir establecerlo en.
True El siguiente ejemplo muestra una configuración que ignora todos los archivos del bloc de 
notas y los archivos y directorios nombradosdata.

SchemaVersion: '1.0'
SageMaker: 
  PythonSDK: 
    Modules: 
      RemoteFunction: 
        IncludeLocalWorkDir: true 
        CustomFileFilter:  
          IgnoreNamePatterns: # files or directories to ignore 
          - "*.ipynb" # all notebook files 
          - "data" # folder or file named "data"

Para obtener más información sobre cómo utilizarla IncludeLocalWorkdir
conCustomFileFilter, consulteUso de código modular con el decorador @remote.

• s3_root_uri (str): la carpeta raíz de Amazon S3 en la que se SageMaker cargan los archivos 
de código y los datos. Si no se especifica, se utiliza el SageMaker bucket predeterminado.

• s3_kms_key (str): la clave utilizada para cifrar los datos de entrada y salida. Solo puedes 
configurar este argumento en el archivo de SageMaker configuración y el argumento se aplica a 
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todos los pasos definidos en la canalización. Si no se especifica, el valor predeterminado es. None
Consulte el siguiente fragmento para ver un ejemplo de la configuración de claves KMS de S3:

SchemaVersion: '1.0'
SageMaker: 
  PythonSDK: 
    Modules: 
      RemoteFunction: 
        S3KmsKeyId: 's3kmskeyid' 
        S3RootUri: 's3://my-bucket/my-project

Prácticas recomendadas

En las siguientes secciones se sugieren las mejores prácticas que debes seguir cuando utilices el
@step decorador en los pasos de tu proceso.

Usa piscinas calientes

Para agilizar los procesos, utilice la funcionalidad de agrupación en caliente que se proporciona 
para los trabajos de formación. Para activar la funcionalidad de piscina caliente, proporciona el
keep_alive_period_in_seconds argumento al @step decorador, tal y como se muestra en el 
siguiente fragmento:

@step( 
   keep_alive_period_in_seconds=900
)

Para obtener más información acerca de los grupos de calentamiento, consulte Entrenar con grupos 
de calentamiento administradas por SageMaker.

Estructura tu directorio

Se recomienda utilizar módulos de código mientras se utiliza el @step decorador. Coloca el
pipeline.py módulo, en el que se invocan las funciones escalonadas y se define la canalización, 
en la raíz del espacio de trabajo. La estructura recomendada se muestra a continuación:

.
### config.yaml # the configuration file that define the infra settings
### requirements.txt # dependencies
### pipeline.py  # invoke @step-decorated functions and define the pipeline here
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### steps/
| ### processing.py
| ### train.py
### data/
### test/

Limitaciones 

Ten en cuenta las siguientes limitaciones cuando utilices el @step decorador en las etapas de tu 
proceso.

Limitaciones de los argumentos de función

Al pasar un argumento de entrada a la función @step -decorated, se aplican las siguientes 
limitaciones:

• Puedes pasar los DelayedReturn ExecutionVariable objetos Properties (de pasos de 
otros tipos) y a funciones @step decoradas como argumentos. Parameter Sin embargo, las 
funciones @step decoradas con símbolos no admiten JsonGet Join objetos como argumentos.

• No se puede acceder directamente a una variable de canalización desde una @step función. El 
siguiente ejemplo produce un error:

param = ParameterInteger(name="<parameter-name>", default_value=10)

@step
def func(): 
    print(param)

func() # this raises a SerializationError

• No se puede anidar una variable de canalización en otro objeto y pasarla a una @step función. El 
siguiente ejemplo produce un error:

param = ParameterInteger(name="<parameter-name>", default_value=10)

@step
def func(arg): 
    print(arg)

func(arg=(param,)) # this raises a SerializationError because param is nested in a 
 tuple
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• Como las entradas y salidas de una función están serializadas, existen restricciones en cuanto 
al tipo de datos que se pueden transmitir como entrada o salida desde una función. Consulte la 
sección de serialización y deserialización de datos de Invocación de una función  para obtener 
más información. Las mismas restricciones se aplican a las funciones decoradas con letras. @step

• Cualquier objeto que tenga un cliente boto no se puede serializar, por lo que no se pueden pasar 
dichos objetos como entrada o salida desde una @step función decorada. Por ejemplo, las clases 
de cliente del SDK de SageMaker Python como EstimatorPredictor, y no se Processor
pueden serializar.

Importaciones de funciones

Debe importar las bibliotecas requeridas para el paso interno y no externo a la función. Si 
las importa a escala global, corre el riesgo de que se produzca un error de importación al 
serializar la función. Por ejemplo, sklearn.pipeline.Pipeline podría ser anulado por.
sagemaker.workflow.pipeline.Pipeline

Al hacer referencia a los miembros secundarios de la función, se devuelve el valor

Si haces referencia a los miembros secundarios del valor devuelto @step de una función decorada 
con símbolos, se aplican las siguientes limitaciones:

• Puedes hacer referencia a los miembros secundarios [] si el DelayedReturn objeto representa 
una tupla, una lista o un dictado, como se muestra en el siguiente ejemplo:

delayed_return[0]
delayed_return["a_key"]
delayed_return[1]["a_key"]

• No se puede desempaquetar el resultado de una tupla o lista porque no se puede conocer la 
longitud exacta de la tupla o lista subyacente al invocar la función. El siguiente ejemplo produce un 
error:

a, b, c = func() # this raises ValueError

• No se puede iterar sobre un DelayedReturn objeto. El siguiente ejemplo genera un error:

for item in func(): # this raises a NotImplementedError
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• No se puede hacer referencia a miembros secundarios arbitrarios con '.'. El siguiente ejemplo 
produce un error:

delayed_return.a_child # raises AttributeError

Funciones de canalización existentes que no son compatibles

No puedes usar el @step decorador con las siguientes funciones de canalización:

• Almacenamiento en caché por pasos de canalización

• Ejecución selectiva

• Archivos de propiedades

Transfiera datos entre pasos

Cuando necesites recuperar información del resultado de un paso de la canalización, puedes 
utilizarJsonGet. JsonGetle ayuda a extraer información de Amazon S3 o de archivos de 
propiedades. En las siguientes secciones se explican los métodos que puede utilizar para extraer los 
resultados de los pasosJsonGet.

Transfiera datos de un paso a otro con Amazon S3

Puede usarlo JsonGet ConditionStep para obtener la salida JSON directamente de Amazon S3. 
El URI de Amazon S3 puede ser una Std:Join función que contenga cadenas primitivas, variables 
de ejecución de canalización o parámetros de canalización. En el siguiente ejemplo, se muestra 
cómo se puede utilizar JsonGet en unConditionStep:

# Example json file in s3 bucket generated by a processing_step
{ 
   "Output": [5, 10]
}

cond_lte = ConditionLessThanOrEqualTo( 
    left=JsonGet( 
        step_name="<step-name>", 
        s3_uri="<s3-path-to-json>", 
        json_path="Output[1]" 
    ), 
    right=6.0
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)

Si utiliza JsonGet una ruta de Amazon S3 en el paso de condición, debe añadir explícitamente una 
dependencia entre el paso de condición y el paso que genera la salida de JSON. En el siguiente 
ejemplo, el paso de condición se crea con una dependencia del paso de procesamiento:

cond_step = ConditionStep( 
        name="<step-name>", 
        conditions=[cond_lte], 
        if_steps=[fail_step], 
        else_steps=[register_model_step], 
        depends_on=[processing_step],
)

Transfiera datos entre pasos con archivos de propiedades

Use los archivos de propiedades para almacenar la información de la salida de un paso de 
procesamiento. Resulta particularmente útil cuando se analizan los resultados de un paso de 
procesamiento para decidir cómo se debe ejecutar un paso condicional. La JsonGet función 
procesa un archivo de propiedades y permite utilizar la JsonPath notación para consultar el archivo 
JSON de propiedades. Para obtener más información sobre la JsonPath notación, consulta el
JsonPath repositorio.

Para almacenar un archivo de propiedades para utilizarlo más adelante, primero debe crear una 
instancia PropertyFile con el siguiente formato. El parámetro path es el nombre del archivo 
JSON en el que se guarda el archivo de propiedades. Cualquier output_name debe coincidir con 
el output_name de la ProcessingOutput que defina en el paso de procesamiento. Esto permite 
que el archivo de propiedades capture la ProcessingOutput en el paso.

from sagemaker.workflow.properties import PropertyFile

<property_file_instance> = PropertyFile( 
    name="<property_file_name>", 
    output_name="<processingoutput_output_name>", 
    path="<path_to_json_file>"
)

Cuando cree la ProcessingStep instancia, añada el property_files parámetro para enumerar 
todos los archivos de parámetros que el servicio Amazon SageMaker Model Building Pipelines debe 
indexar. De este modo, se guarda el archivo de propiedades para utilizarse más adelante.
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property_files=[<property_file_instance>]

Para usar el archivo de propiedades en un paso de condición, agregue el property_file a la 
condición que va a pasar al paso de condición, como se muestra en el siguiente ejemplo, para 
consultar el archivo JSON de la propiedad deseada mediante el parámetro json_path.

cond_lte = ConditionLessThanOrEqualTo( 
    left=JsonGet( 
        step_name=step_eval.name, 
        property_file=<property_file_instance>, 
        json_path="mse" 
    ), 
    right=6.0
)

Para ver ejemplos más detallados, consulte Property File en el SDK de Amazon SageMaker Python.

Almacenamiento en caché de pasos de canalización

Cuando utiliza el almacenamiento en caché de firmas de pasos, SageMaker Pipelines intenta 
encontrar una ejecución anterior de su paso de canalización actual con los mismos valores para 
determinados atributos. Si lo encuentra, SageMaker Pipelines propaga los resultados de la ejecución 
anterior en lugar de volver a calcular el paso. Los atributos marcados son específicos del tipo 
de paso y se enumeran en Atributos clave de caché predeterminados por tipo de paso de la 
canalización.

Debe elegir utilizar el almacenamiento en caché de pasos; está desactivado de forma 
predeterminada. Al activar el almacenamiento en caché de pasos, también debe definir un tiempo de 
espera. Este tiempo de espera define la antigüedad que puede tener una ejecución anterior para que 
aún pueda reutilizarse.

El almacenamiento en caché de pasos solo considera las ejecuciones correctas; nunca reutiliza las 
ejecuciones que produjeron un error. Cuando hay varias ejecuciones correctas dentro del período de 
tiempo de espera, SageMaker Pipelines usa el resultado de la ejecución exitosa más reciente. Si no 
coinciden las ejecuciones correctas en el período de tiempo de espera, SageMaker Pipelines vuelve 
a ejecutar el paso. Si el ejecutor encuentra una ejecución anterior que cumple los criterios pero 
que aún está en curso, ambos pasos seguirán ejecutándose y actualizarán la caché si se realizan 
correctamente.
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El almacenamiento en caché de pasos solo se aplica a canalizaciones individuales, por lo que no 
puede reutilizar un paso de otra canalización aunque la firma de un paso coincida.

El almacenamiento en caché de pasos está disponible para los siguientes tipos de pasos:

• Procesando

• Formación

• Ajuste

• AutoML

• Transformar

• ClarifyCheck

• QualityCheck

• EMR

Temas

• Activación del almacenamiento en caché de pasos

• Desactivación del almacenamiento en caché de pasos

• Atributos clave de caché predeterminados por tipo de paso de la canalización

• Control de acceso a los datos en caché

Activación del almacenamiento en caché de pasos

Para activar el almacenamiento en caché de pasos, debe agregar una propiedad CacheConfig a la 
definición del paso.

Las propiedades de CacheConfig utilizan el siguiente formato en el archivo de definición de la 
canalización:

{ 
    "CacheConfig": { 
        "Enabled": false, 
        "ExpireAfter": "<time>" 
    }
}
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El campo Enabled indica si el almacenamiento en caché está activado para un paso concreto. 
Puedes configurar el campo entrue, lo que indica que debes SageMaker intentar buscar una 
ejecución anterior del paso con los mismos atributos. O bien, puede configurar el campo enfalse, 
lo que indica que se debe SageMaker ejecutar el paso cada vez que se ejecute la canalización.
ExpireAfteres una cadena en formato de duración ISO 8601 que define el tiempo de espera. La 
duración ExpireAfter puede ser un valor de año, mes, semana, día, hora o minuto. Cada valor 
consta de un número seguido de una letra que indica la unidad de duración. Por ejemplo:

• “30d” = 30 días

• “5y” = 5 años

• “T16m” = 16 minutos

• “30dT5h” = 30 días y 5 horas.

En el siguiente análisis se describe el procedimiento para activar el almacenamiento en caché para 
canalizaciones nuevas o preexistentes mediante el SDK de Amazon Python SageMaker .

Activación del almacenamiento en caché para nuevas canalizaciones

En el caso de canalizaciones nuevas, inicialice una instancia CacheConfig con
enable_caching=True y proporcione esto como entrada al paso de canalización. En el siguiente 
ejemplo, se activa el almacenamiento en caché con un período de espera de 1 hora para un paso de 
entrenamiento:

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.workflow.steps import CacheConfig 
       
cache_config = CacheConfig(enable_caching=True, expire_after="PT1H")
estimator = Estimator(..., sagemaker_session=PipelineSession())

step_train = TrainingStep( 
    name="TrainAbaloneModel", 
    step_args=estimator.fit(inputs=inputs), 
    cache_config=cache_config
)

Activación del almacenamiento en caché para canalizaciones preexistentes

Para activar el almacenamiento en caché de las canalizaciones preexistentes y ya definidas, active 
la propiedad enable_caching para el paso y establezca expire_after en un valor de tiempo de 
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espera. Por último, actualiza la canalización con pipeline.upsert() o pipeline.update(). 
Una vez que se ejecute de nuevo, el siguiente ejemplo de código activa el almacenamiento en caché 
con un período de espera de 1 hora para un paso de entrenamiento:

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.workflow.steps import CacheConfig
from sagemaker.workflow.pipeline import Pipeline

cache_config = CacheConfig(enable_caching=True, expire_after="PT1H")
estimator = Estimator(..., sagemaker_session=PipelineSession())

step_train = TrainingStep( 
    name="TrainAbaloneModel", 
    step_args=estimator.fit(inputs=inputs), 
    cache_config=cache_config
)

# define pipeline
pipeline = Pipeline( 
    steps=[step_train]
)

# additional step for existing pipelines
pipeline.update()
# or, call upsert() to update the pipeline
# pipeline.upsert()

Como alternativa, actualice la configuración de la caché una vez que haya definido la canalización 
(preexistente), lo que permitirá ejecutar el código de forma continua. En el siguiente ejemplo de 
código se muestra este método:

# turn on caching with timeout period of one hour
pipeline.steps[0].cache_config.enable_caching = True  
pipeline.steps[0].cache_config.expire_after = "PT1H"  

# additional step for existing pipelines
pipeline.update()
# or, call upsert() to update the pipeline
# pipeline.upsert()
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Para obtener ejemplos de código más detallados y un análisis sobre cómo los parámetros del SDK 
de Python afectan al almacenamiento en caché, consulte Configuración del almacenamiento en 
caché en la documentación del SDK de Amazon SageMaker Python.

Desactivación del almacenamiento en caché de pasos

Un paso de canalización no se vuelve a ejecutar si cambia algún atributo que no aparezca 
enumerado en Atributos clave de caché predeterminados por tipo de paso de la canalización de su 
tipo de paso. Sin embargo, puede decidir que desea que el paso de canalización se vuelva a ejecutar 
de todos modos. En este caso, debe desactivar el almacenamiento en caché de pasos.

Para desactivar el almacenamiento en caché de pasos, defina el atributo Enabled de la propiedad
CacheConfig en la definición del paso en false, tal y como se muestra en el siguiente fragmento 
de código:

{ 
    "CacheConfig": { 
        "Enabled": false, 
        "ExpireAfter": "<time>" 
    }
}

Tenga en cuenta que el atributo ExpireAfter se pasa por alto cuando Enabled es false.

Para desactivar el almacenamiento en caché de un paso de canalización mediante el SDK de 
Amazon SageMaker Python, defina la canalización de su paso de canalización, desactive la
enable_caching propiedad y actualice la canalización.

Una vez que se ejecute de nuevo, el siguiente ejemplo de código activa el almacenamiento en caché 
para un paso de entrenamiento:

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.workflow.steps import CacheConfig
from sagemaker.workflow.pipeline import Pipeline

cache_config = CacheConfig(enable_caching=False, expire_after="PT1H")
estimator = Estimator(..., sagemaker_session=PipelineSession())

step_train = TrainingStep( 
    name="TrainAbaloneModel", 
    step_args=estimator.fit(inputs=inputs), 
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    cache_config=cache_config
)

# define pipeline
pipeline = Pipeline( 
    steps=[step_train]
)

# update the pipeline
pipeline.update()
# or, call upsert() to update the pipeline
# pipeline.upsert()

Como alternativa, desactive la propiedad enable_caching una vez que haya definido la 
canalización, lo que permitirá ejecutar el código de forma continua. En el siguiente ejemplo de código 
se muestra esta solución:

# turn off caching for the training step
pipeline.steps[0].cache_config.enable_caching = False

# update the pipeline
pipeline.update()
# or, call upsert() to update the pipeline
# pipeline.upsert()

Para obtener ejemplos de código más detallados y un análisis sobre cómo los parámetros del SDK 
de Python afectan al almacenamiento en caché, consulte Configuración del almacenamiento en 
caché en la documentación del SDK de Amazon SageMaker Python.

Atributos clave de caché predeterminados por tipo de paso de la canalización

Al decidir si reutilizar un paso anterior de la canalización o volver a ejecutarlo, SageMaker Pipelines 
comprueba si algunos atributos han cambiado. Si el conjunto de atributos es diferente al de todas las 
ejecuciones anteriores dentro del período de tiempo de espera, el paso se vuelve a ejecutar. Estos 
atributos incluyen los artefactos de entrada, la especificación de la aplicación o el algoritmo y las 
variables del entorno.

La siguiente lista muestra cada tipo de paso de la canalización y los atributos que, si se modifican, 
inician una nueva ejecución del paso. Para obtener más información sobre los parámetros del 
SDK de Python que se utilizan para crear los siguientes atributos, consulte Configuración de 
almacenamiento en caché en la documentación del SDK de Amazon SageMaker Python.
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Paso de procesamiento

• AppSpecification

• Entorno

• ProcessingInputs. Este atributo contiene información sobre el script de preprocesamiento.

Paso de entrenamiento

• AlgorithmSpecification

• CheckpointConfig

• DebugHookConfig

• DebugRuleConfigurations

• Entorno

• HyperParameters

• InputDataConfig. Este atributo contiene información sobre el script de entrenamiento.

Paso de ajuste

• HyperParameterTuningJobConfig

• TrainingJobDefinition. Este atributo se compone de varios atributos secundarios, y no todos hacen 
que el paso se vuelva a ejecutar. Los atributos secundarios que podrían volver a ejecutarse (si se 
modifican) son:

• AlgorithmSpecification

• HyperParameterRanges

• InputDataConfig

• StaticHyperParameters

• TuningObjective

• TrainingJobDefinitions
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Paso AutoML

• AutomLJobConfig. Este atributo se compone de varios atributos secundarios, y no todos hacen 
que el paso se vuelva a ejecutar. Los atributos secundarios que podrían volver a ejecutarse (si se 
modifican) son:

• CompletionCriteria

• CandidateGenerationConfig

• DataSplitConfig

• Mode

• AutomL JobObjective

• InputDataConfig

• ProblemType

Paso de transformación

• DataProcessing

• Entorno

• ModelName

• TransformInput

ClarifyCheck Paso

• ClarifyCheckConfig

• CheckJobConfig

• SkipCheck

• RegisterNewBaseline

• ModelPackageGroupName

• SuppliedBaselineConstraints

QualityCheck Paso

• QualityCheckConfig
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• CheckJobConfig

• SkipCheck

• RegisterNewBaseline

• ModelPackageGroupName

• SuppliedBaselineConstraints

• SuppliedBaselineStatistics

Paso EMR

• ClusterId

• StepConfig

Control de acceso a los datos en caché

Cuando se ejecuta una SageMaker canalización, almacena en caché los parámetros y metadatos 
asociados a los SageMaker trabajos lanzados por la canalización y los guarda para reutilizarlos 
en ejecuciones posteriores. Es posible acceder a estos metadatos a través de diversos orígenes, 
además de los pasos de la canalización en caché, e incluyen los siguientes tipos:

• Solicitudes Describe*Job

• CloudWatch Registros

• CloudWatch Eventos

• CloudWatch Métricas

• SageMaker Buscar

Tenga en cuenta que el acceso a cada origen de datos de la lista se controla mediante su propio 
conjunto de permisos de IAM. Si se elimina el acceso de un rol concreto a un origen de datos el 
nivel de acceso a los demás no se ve afectado. Por ejemplo, el administrador de una cuenta puede 
eliminar los permisos de IAM para las solicitudes Describe*Job del rol del intermediario. Si bien 
el intermediario ya no puede realizar solicitudes Describe*Job, puede recuperar los metadatos 
de una canalización ejecutada con pasos en caché, siempre y cuando tenga permiso para ejecutar 
la canalización. Si el administrador de una cuenta quiere eliminar por completo el acceso a los 
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metadatos de un SageMaker trabajo concreto, debe eliminar los permisos de cada uno de los 
servicios pertinentes que proporcionan acceso a los datos.

Política de reintentos para los pasos de la canalización

Las políticas de reintento te ayudan a reintentar automáticamente los pasos de SageMaker Pipelines 
cuando se produce un error. Cualquier paso de la canalización puede tener excepciones, y las 
excepciones se producen por varios motivos. En algunos casos, un nuevo intento puede resolver 
estos problemas. Con una política de reintentos para los pasos de canalización, puede elegir si 
quiere volver a intentar o no un paso concreto de la canalización.

La política de reintentos solo admite los siguientes pasos de canalización:

• Paso de procesamiento

• Paso de entrenamiento

• Paso de ajuste

• Paso AutoML

• CreateModel Paso

• RegisterModel Paso

• Paso de transformación

• Notebook Job Step

Note

Los trabajos que se ejecutan dentro de los pasos de ajuste y AutoML realizan reintentos 
internos y no reintentarán el tipo de excepción SageMaker.JOB_INTERNAL_ERROR, incluso 
si se ha configurado una política de reintentos. Puedes programar tu propia estrategia de 
reintentos mediante la API. SageMaker

Tipos de excepciones compatibles con la política de reintentos

La política de reintentos para los pasos de la canalización admite los siguientes tipos de 
excepciones:

• Step.SERVICE_FAULT: Estas excepciones se producen cuando se produce un error interno del 
servidor o un error transitorio al llamar a servicios descendentes. SageMaker Pipelines vuelve a 
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intentarlo automáticamente cuando se produce este tipo de error. Con una política de reintentos, 
puede anular la operación de reintento predeterminada para este tipo de excepción.

• Step.THROTTLING: Se pueden producir excepciones de limitación al llamar a los servicios 
descendentes. SageMaker Pipelines vuelve a intentarlo automáticamente cuando se produce 
este tipo de error. Con una política de reintentos, puede anular la operación de reintento 
predeterminada para este tipo de excepción.

• SageMaker.JOB_INTERNAL_ERROR: Estas excepciones se producen cuando se devuelve 
el SageMaker trabajo. InternalServerError En este caso, iniciar un nuevo trabajo puede 
solucionar un problema transitorio.

• SageMaker.CAPACITY_ERROR: El SageMaker trabajo puede encontrarse con Amazon 
EC2InsufficientCapacityErrors, lo que provoca el fracaso del SageMaker trabajo. Puede 
volver a intentarlo iniciando un nuevo SageMaker trabajo para evitar el problema.

• SageMaker.RESOURCE_LIMIT: Puede superar la cuota límite de recursos al ejecutar un 
SageMaker trabajo. Puede esperar y volver a intentar ejecutar el SageMaker trabajo después de 
un breve período de tiempo para comprobar si se liberan los recursos.

El esquema JSON para la política de reintentos

La política de reintentos de las canalizaciones tiene el siguiente esquema JSON:

"RetryPolicy": { 
   "ExceptionType": [String] 
   "IntervalSeconds": Integer 
   "BackoffRate": Double 
   "MaxAttempts": Integer 
   "ExpireAfterMin": Integer
}

• ExceptionType: este campo requiere los siguientes tipos de excepciones en un formato de 
matriz de cadenas.

• Step.SERVICE_FAULT

• Step.THROTTLING

• SageMaker.JOB_INTERNAL_ERROR

• SageMaker.CAPACITY_ERROR

• SageMaker.RESOURCE_LIMIT
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• IntervalSeconds (opcional): el número de segundos antes del primer intento de reintento 
(1 de forma predeterminada). IntervalSeconds tiene un valor máximo de 43 200 segundos 
(12 horas).

• BackoffRate (opcional): el multiplicador según el cual aumenta el intervalo de reintentos durante 
cada intento (el valor predeterminado es 2,0).

• MaxAttempts (opcional): un entero positivo que representa el número máximo de reintentos (el 
valor predeterminado es 5). Si el error se repite más veces de las especificadas en MaxAttempts, 
se interrumpen los reintentos y se reanuda el control normal de errores. Un valor de 0 especifica 
que los errores no se reintentarán nunca. MaxAttempts tiene un valor máximo de 20.

• ExpireAfterMin (opcional): un entero positivo que representa el período máximo de reintentos. 
Si el error se repite una vez transcurridos los minutos de ExpireAfterMin desde la ejecución 
del paso, los reintentos cesan y se reanuda el control normal de errores. Un valor de 0 especifica 
que los errores no se reintentarán nunca. ExpireAfterMin  tiene un valor máximo de 14 400 
minutos (10 días).

Note

Solo se puede especificar MaxAttempts o ExpireAfterMin, pero no ambos; si no se 
especifica ninguno, MaxAttempts se convierte en la opción predeterminada. Si ambas 
propiedades se identifican dentro de una política, la política de reintentos genera un error 
de validación.

Configuración de una política de reintentos

A continuación se muestra un ejemplo de un paso de entrenamiento con una política de reintentos.

{ 
    "Steps": [ 
        { 
            "Name": "MyTrainingStep", 
            "Type": "Training", 
            "RetryPolicies": [ 
                { 
                    "ExceptionType": [ 
                        "SageMaker.JOB_INTERNAL_ERROR", 
                        "SageMaker.CAPACITY_ERROR" 
                    ], 
                    "IntervalSeconds": 1, 
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                    "BackoffRate": 2, 
                    "MaxAttempts": 5
                } 
            ] 
        } 
    ]
}

A continuación, se muestra un ejemplo de cómo crear un TrainingStep en el SDK para Python 
(Boto3) con una política de reintentos.

from sagemaker.workflow.retry import ( 
    StepRetryPolicy,  
    StepExceptionTypeEnum, 
    SageMakerJobExceptionTypeEnum, 
    SageMakerJobStepRetryPolicy
)

step_train = TrainingStep( 
    name="MyTrainingStep", 
    xxx, 
    retry_policies=[ 
        // override the default  
        StepRetryPolicy( 
            exception_types=[ 
                 StepExceptionTypeEnum.SERVICE_FAULT,  
                 StepExceptionTypeEnum.THROTTLING
            ], 
            expire_after_mins=5, 
            interval_seconds=10, 
            backoff_rate=2.0 
        ), 
        // retry when resource limit quota gets exceeded 
        SageMakerJobStepRetryPolicy( 
            exception_types=[SageMakerJobExceptionTypeEnum.RESOURCE_LIMIT], 
            expire_after_mins=120, 
            interval_seconds=60, 
            backoff_rate=2.0
        ), 
        // retry when job failed due to transient error or EC2 ICE. 
        SageMakerJobStepRetryPolicy( 
            failure_reason_types=[ 
                 SageMakerJobExceptionTypeEnum.INTERNAL_ERROR, 
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                SageMakerJobExceptionTypeEnum.CAPACITY_ERROR, 
            ], 
            max_attempts=10, 
            interval_seconds=30, 
            backoff_rate=2.0
        ) 
    ]
)

Para obtener más información sobre cómo configurar el comportamiento de reintento para 
determinados tipos de pasos, consulte Amazon SageMaker Model Building Pipelines: Política de 
reintentos en la documentación del SDK de Amazon SageMaker Python.

Ejecución selectiva de los pasos de la canalización

A medida que utilices SageMaker Pipelines para crear flujos de trabajo y organizar tus pasos 
de formación en aprendizaje automático, es posible que tengas que realizar varias fases de 
experimentación. En lugar de ejecutar todo el proceso de principio a fin, es posible que solo desees 
repetir pasos específicos. SageMaker Pipelines admite la ejecución selectiva de los pasos del 
proceso para ayudarte a optimizar tu formación en aprendizaje automático. La ejecución selectiva es 
útil en los siguientes escenarios:

• Desea reiniciar un paso específico con el tipo de instancia, los hiperparámetros u otras variables 
actualizados y, al mismo tiempo, mantener los parámetros de los pasos anteriores.

• La canalización no supera un paso intermedio. Es caro volver a ejecutar los pasos anteriores de 
la ejecución, como la preparación de los datos o la extracción de características. Es posible que 
tenga que introducir una solución y volver a ejecutar algunos pasos manualmente para completar 
la canalización.

Al utilizar la ejecución selectiva, puede elegir ejecutar cualquier subconjunto de pasos siempre que 
estén conectados en el gráfico acíclico dirigido (DAG) de su canalización. El siguiente DAG muestra 
un ejemplo de flujo de trabajo de canalización:
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Puede seleccionar los pasos AbaloneTrain y AbaloneEval en una ejecución selectiva, pero 
no puede seleccionar solo los pasos AbaloneTrain y AbaloneMSECond para ejecutar una 
ejecución selectiva porque estos pasos no están conectados en el DAG. En el caso de los pasos 
no seleccionados del flujo de trabajo, la ejecución selectiva reutiliza las salidas de una ejecución 
de canalización de referencia en lugar de volver a calcular los pasos. Además, en una ejecución 
selectiva, los pasos no seleccionados posteriores a los pasos seleccionados no se ejecutan.

Si decides ejecutar un subconjunto de pasos intermedios en tu proceso, es posible que tus 
pasos dependan de los pasos iniciales. SageMaker necesita una ejecución de canalización de 
referencia a partir de la cual dotar de recursos a estas dependencias. Por ejemplo, si decide 
ejecutar los pasos AbaloneTrain y AbaloneEval necesita las garantías de salida para el paso
AbaloneProcess a partir de una ejecución de canalización de referencia. Puedes proporcionar un 
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ARN de ejecución de referencia o directamente SageMaker usar la última ejecución de canalización, 
que es el comportamiento predeterminado. Si tiene una ejecución de referencia, también puede 
crear parámetros de tiempo de ejecución a partir de la ejecución de referencia y proporcionarlos 
a la ejecución selectiva con las modificaciones que desee. Para obtener más detalles, consulte
Reutilización de los valores de los parámetros de tiempo de ejecución de una ejecución de 
referencia.

En concreto, se especifica una configuración para la ejecución de la canalización de ejecución 
selectiva medianteSelectiveExecutionConfig. Si especificas un ARN para una ejecución 
de canalización de referencia (con el source_pipeline_execution_arn argumento), 
SageMaker utiliza las dependencias de los pasos ascendentes de la ejecución de canalización 
especificada. Si no especificas un ARN y existe una ejecución de canalización más reciente, 
SageMaker utiliza la última ejecución de canalización como referencia de forma predeterminada. 
Si no especificas un ARN y no quieres SageMaker usar tu última ejecución de canalización,
reference_latest_execution establézcalo en. False La ejecución de la canalización que se 
utilice SageMaker en última instancia como referencia, ya sea la más reciente o la especificada por el 
usuario, debe estar en Success o Failed estado.

En la siguiente tabla se resume cómo SageMaker elegir una ejecución de referencia en función de 
sus argumentos para. SelectiveExecutionConfig

El valor del 
argumento
source_pi 
peline_ex 
ecution_a 
rn

El valor del argumento reference 
_latest_execution

La ejecución de referencia utilizada

Un ARN de 
canalización

True o sin especificar El ARN de la canalización especific 
ada

Un ARN de 
canalización

False El ARN de la canalización especific 
ada

null o sin 
especificar

True o sin especificar La ejecución más reciente de la 
canalización
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El valor del 
argumento
source_pi 
peline_ex 
ecution_a 
rn

El valor del argumento reference 
_latest_execution

La ejecución de referencia utilizada

null o sin 
especificar

False Ninguna: en este caso, seleccione 
los pasos sin dependencias anteriore 
s

Para obtener más información sobre los requisitos de configuración de la ejecución selectiva, 
consulte sagemaker.workflow.selective_execution_config. SelectiveExecutionConfigdocumentación.

En el siguiente análisis se incluyen ejemplos de los casos en los que desea especificar una ejecución 
de canalización de referencia, utilizar la ejecución de canalización más reciente como referencia o 
ejecutar una ejecución selectiva sin una ejecución de canalización de referencia.

Ejecución selectiva con una referencia de canalización especificada por el usuario

En el siguiente ejemplo, se muestra el uso de la ejecución selectiva para volver a ejecutar
AbaloneTrain y AbaloneEval en la misma reejecución de la canalización con una canalización 
de referencia.

from sagemaker.workflow.selective_execution_config import SelectiveExecutionConfig

selective_execution_config = SelectiveExecutionConfig( 
    source_pipeline_execution_arn="arn:aws:sagemaker:us-west-2:123123123123:pipeline/
abalone/execution/123ab12cd3ef",  
    selected_steps=["AbaloneTrain", "AbaloneEval"]
)

selective_execution = pipeline.start( 
    execution_display_name=f"Sample-Selective-Execution-1", 
    parameters={"MaxDepth":6, "NumRound":60}, 
    selective_execution_config=selective_execution_config,
)
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Ejecución selectiva con la ejecución de canalización más reciente como referencia

En el siguiente ejemplo, se muestra el uso de la ejecución selectiva para volver a ejecutar
AbaloneTrain y AbaloneEval en la misma reejecución de la canalización con la ejecución 
más reciente de canalización como referencia. Como SageMaker utiliza la última ejecución de la 
canalización de forma predeterminada, puedes establecer el reference_latest_execution
argumento enTrue.

# Prepare a new selective execution. Select only the first step in the pipeline without 
 providing source_pipeline_execution_arn.
selective_execution_config = SelectiveExecutionConfig( 
    selected_steps=["AbaloneTrain", "AbaloneEval"], 
    # optional 
    reference_latest_execution=True
)

# Start pipeline execution without source_pipeline_execution_arn
pipeline.start( 
    execution_display_name=f"Sample-Selective-Execution-1", 
    parameters={"MaxDepth":6, "NumRound":60}, 
    selective_execution_config=selective_execution_config,
)

Ejecución selectiva sin una canalización de referencia

El siguiente ejemplo demuestra el uso de la ejecución selectiva para volver a ejecutar
AbaloneProcess y volver a ejecutar AbaloneTrain en la misma canalización sin proporcionar 
un ARN de referencia y sin permitir el uso de la última ejecución de canalización como referencia. 
SageMaker permite esta configuración, ya que este subconjunto de pasos no tiene dependencias 
ascendentes.

# Prepare a new selective execution. Select only the first step in the pipeline without 
 providing source_pipeline_execution_arn.
selective_execution_config = SelectiveExecutionConfig( 
    selected_steps=["AbaloneProcess", "AbaloneTrain"], 
    reference_latest_execution=False
)

# Start pipeline execution without source_pipeline_execution_arn
pipeline.start( 
    execution_display_name=f"Sample-Selective-Execution-1", 
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    parameters={"MaxDepth":6, "NumRound":60}, 
    selective_execution_config=selective_execution_config,
)

Reutilización de los valores de los parámetros de tiempo de ejecución de una ejecución de referencia

Puede crear los parámetros a partir de la ejecución de su canalización de referencia mediante
build_parameters_from_execution y suministrar el resultado a su canalización de ejecución 
selectiva. Puede utilizar los parámetros originales de la ejecución de referencia o aplicar cualquier 
modificación mediante el argumento parameter_value_overrides.

En el siguiente ejemplo, se muestra cómo crear parámetros a partir de una ejecución de referencia y 
cómo aplicar una modificación al parámetro MseThreshold.

# Prepare a new selective execution.
selective_execution_config = SelectiveExecutionConfig( 
    source_pipeline_execution_arn="arn:aws:sagemaker:us-west-2:123123123123:pipeline/
abalone/execution/123ab12cd3ef", 
    selected_steps=["AbaloneTrain", "AbaloneEval", "AbaloneMSECond"],
)
# Define a new parameters list to test.
new_parameters_mse={ 
    "MseThreshold": 5,
}

# Build parameters from reference execution and override with new parameters to test.
new_parameters = pipeline.build_parameters_from_execution( 
    pipeline_execution_arn="arn:aws:sagemaker:us-west-2:123123123123:pipeline/abalone/
execution/123ab12cd3ef", 
    parameter_value_overrides=new_parameters_mse
)

# Start pipeline execution with new parameters.
execution = pipeline.start( 
    selective_execution_config=selective_execution_config, 
    parameters=new_parameters
)
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Cálculo de referencia, detección de desviaciones y ciclo de vida con Amazon SageMaker Model 
Building Pipelines ClarifyCheck y sus QualityCheck pasos

En el siguiente tema se analiza cómo evolucionan las líneas base y las versiones de los modelos 
en Amazon SageMaker Model Building Pipelines cuando se utilizan los ClarifyCheck pasos y.
QualityCheck

Para el paso ClarifyCheck, una referencia es un archivo único que reside en las propiedades del 
paso con el sufijo constraints. Para el paso QualityCheck, una referencia es una combinación 
de dos archivos que residen en las propiedades del paso: uno con el sufijo statistics y otro 
con el sufijo constraints. En los siguientes temas, analizamos estas propiedades con un prefijo 
que describe cómo se utilizan, lo que afecta al comportamiento de la referencia y al ciclo de vida 
en estos dos pasos de la canalización. Por ejemplo, el paso ClarifyCheck siempre calcula y 
asigna las nuevas líneas de base en la propiedad CalculatedBaselineConstraints y el 
paso QualityCheck hace lo mismo en las propiedades CalculatedBaselineConstraints y
CalculatedBaselineStatistics.

Cálculo de referencia, registro y pasos ClarifyCheck QualityCheck

Tanto el paso ClarifyCheck como el QualityCheck calculan las nuevas referencias en 
función de las entradas del paso durante la ejecución del trabajo de procesamiento subyacente. 
Se accede a estas líneas de base recién calculadas a través de las propiedades con el prefijo
CalculatedBaseline. Puede registrar estas propiedades como las ModelMetrics de su paquete 
de modelos en el Paso de modelo. Este paquete de modelos se puede registrar con 5 líneas de base 
diferentes. Puede registrarlo con una para cada tipo de comprobación: sesgo de los datos, sesgo del 
modelo y explicabilidad del modelo al ejecutar el paso ClarifyCheck y la calidad del modelo, y la 
calidad de los datos al ejecutar el paso QualityCheck. El parámetro register_new_baseline
indica el valor establecido en las propiedades con el prefijo BaselineUsedForDriftCheck
después de ejecutar un paso.

La siguiente tabla de posibles casos de uso muestra los diferentes comportamientos que se 
derivan de los parámetros del paso que se pueden configurar para los pasos ClarifyCheck y
QualityCheck:
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Posible caso de 
uso que puede 
considerar para 
seleccionar esta 
configuración

skip_check
/ register_ 
new_basel 
ine

¿Step 
comprueba la 
desviación?

Valor de la 
propiedad 
del paso
Calculate 
dBaseline

Valor de la 
propiedad 
del paso
BaselineU 
sedForDri 
ftCheck

Realiza un 
reentrenamiento 
periódico con 
las comprobac 
iones habilitadas 
para obtener una 
nueva versión 
del modelo, 
pero desea 
conservar las 
líneas de base 
anteriores como 
las DriftChec 
kBaselines
en el registro de 
modelos para su 
nueva versión 
del modelo.

False/ False La comprobación 
de la desviació 
n se realiza con 
respecto a las 
líneas de base 
existentes.

Las nuevas 
líneas de base 
se calculan 
ejecutando el 
paso.

Referencia 
del modelo 
más reciente 
aprobado en 
el registro 
de modelos 
o referencia 
proporcionada 
como parámetro 
del paso.

Realiza un 
reentrenamiento 
periódico con 
las comprobac 
iones habilitadas 
para obtener una 
nueva versión 
del modelo, pero
desea actualizar 
las DriftChec 

False/ True La comprobación 
de la desviació 
n se realiza con 
respecto a las 
líneas de base 
existentes.

Las nuevas 
líneas de base 
se calculan 
ejecutando el 
paso.

Referencia 
recién calculada 
al ejecutar el 
paso (valor de 
la propiedad
Calculate 
dBaseline ).
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Posible caso de 
uso que puede 
considerar para 
seleccionar esta 
configuración

skip_check
/ register_ 
new_basel 
ine

¿Step 
comprueba la 
desviación?

Valor de la 
propiedad 
del paso
Calculate 
dBaseline

Valor de la 
propiedad 
del paso
BaselineU 
sedForDri 
ftCheck

kBaseline 
s  en el registro 
de modelos 
con las nuevas 
líneas de base 
calculadas para 
su nueva versión 
del modelo.
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Posible caso de 
uso que puede 
considerar para 
seleccionar esta 
configuración

skip_check
/ register_ 
new_basel 
ine

¿Step 
comprueba la 
desviación?

Valor de la 
propiedad 
del paso
Calculate 
dBaseline

Valor de la 
propiedad 
del paso
BaselineU 
sedForDri 
ftCheck

Está iniciando 
la canalización 
para volver a 
entrenar una 
nueva versión 
del modelo 
porque Amazon 
SageMaker 
Model Monitor 
ha detectado 
una infracció 
n en un punto 
final para un tipo 
de verificación 
en particular, y 
desea omitir este 
tipo de verificac 
ión con respecto 
a la línea base 
anterior, pero 
transferir la línea 
base anterior tal 
como aparece
DriftChec 
kBaselines
en el registro del 
modelo para su 
nueva versión de 
modelo.

True/ False Sin comprobac 
ión de desviació 
n

Las nuevas 
líneas de base 
se calculan al 
ejecutar el paso.

Referencia 
del modelo 
más reciente 
aprobado en 
el registro 
de modelos 
o referencia 
proporcionada 
como parámetro 
del paso.
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Posible caso de 
uso que puede 
considerar para 
seleccionar esta 
configuración

skip_check
/ register_ 
new_basel 
ine

¿Step 
comprueba la 
desviación?

Valor de la 
propiedad 
del paso
Calculate 
dBaseline

Valor de la 
propiedad 
del paso
BaselineU 
sedForDri 
ftCheck

Esto sucede en 
los siguientes 
casos:

• Inicia la 
ejecución 
inicial de la 
canalizac 
ión, creando 
la primera 
versión del 
modelo y 
generando las 
líneas de base 
iniciales.

• Inicia la 
canalización 
para volver 
a entrenar 
una nueva 
versión del 
modelo porque 
el monitor de 
modelos ha 
detectado 
una infracció 
n en el punto 
de conexión 
relacionada 
con un tipo de 

True/ True Sin comprobac 
ión de desviació 
n

Las nuevas 
líneas de base 
se calculan 
ejecutando el 
paso.

Referencia 
recién calculada 
al ejecutar el 
paso (valor de 
la propiedad
Calculate 
dBaseline ).
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Posible caso de 
uso que puede 
considerar para 
seleccionar esta 
configuración

skip_check
/ register_ 
new_basel 
ine

¿Step 
comprueba la 
desviación?

Valor de la 
propiedad 
del paso
Calculate 
dBaseline

Valor de la 
propiedad 
del paso
BaselineU 
sedForDri 
ftCheck

comprobación 
concreto. Si 
desea omitir 
la comparaci 
ón con la 
referencia 
anterior y 
actualizar las
DriftChec 
kBaseline 
s  con la 
referenci 
a recién 
calculada
 directamente 
en el registro 
de modelos.

Note

Si utiliza la notación científica en la restricción, tendrá que convertirla en flotante. Para ver 
un ejemplo de script de preprocesamiento sobre cómo hacer esto, consulte Creación de una 
referencia de calidad del modelo.

Al registrar un modelo en Paso de modelo, puede registrar la propiedad
BaselineUsedForDriftCheck como DriftCheckBaselines. Luego, el monitor de modelos 
puede utilizar estos archivos de referencia para comprobar la calidad de los modelos y los datos. 
Además, estas líneas base también se pueden utilizar en el QualityCheck paso ClarifyCheckStep 
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y para comparar los modelos recién entrenados con los modelos existentes que están registrados en 
el registro de modelos para futuras ejecuciones en canalización.

Detección de desviaciones en oleoductos con respecto a las líneas de base anteriores SageMaker

En el caso del paso QualityCheck, al iniciar la canalización para el reentrenamiento periódico para 
obtener una nueva versión del modelo, es posible que no desee ejecutar el paso de entrenamiento 
si la calidad de los datos y el sesgo de los datos tienen Esquema para infracciones (archivo 
constraint_violations.json) en las líneas de base de la versión anterior del modelo aprobada. Es 
posible que tampoco desee registrar la versión del modelo recién entrenada si la calidad, el sesgo 
o la explicabilidad del modelo infringen la referencia registrada de la versión anterior del modelo 
aprobada al ejecutar el paso ClarifyCheck. En estos casos, puede habilitar las comprobaciones 
que desee al configurar la propiedad skip_check del paso de comprobación correspondiente en
False, lo que provocará un error en el paso ClarifyCheck y QualityCheck si se detecta una 
infracción con respecto a las líneas de base anteriores. Entonces, el proceso de canalización no 
continúa, por lo que el modelo que se ha desviado de la referencia no queda registrado. Los pasos
ClarifyCheck y QualityCheck pueden obtener las DriftCheckBaselines de la versión 
más reciente del modelo aprobada de un grupo de paquetes de modelos determinado con la que 
comparar. Las líneas de base anteriores también se pueden proporcionar directamente a través de
supplied_baseline_constraints (además de supplied_baseline_statistics si se trata 
de un paso QualityCheck) y siempre se les da prioridad sobre las líneas de base extraídas del 
grupo de paquetes de modelos.

Evolución y ciclo de vida de las versiones de referencia y modelo con Pipelines SageMaker

Al establecer la register_new_baseline de su paso ClarifyCheck y QualityCheck en
False, podrá acceder a su referencia anterior mediante el prefijo BaselineUsedForDriftCheck
de propiedad del paso. A continuación, puede registrar estas líneas de base como las
DriftCheckBaselines de la nueva versión del modelo cuando registra un modelo con Paso 
de modelo. Una vez que apruebe esta nueva versión del modelo en el registro de modelos, 
la DriftCheckBaseline de esta versión del modelo estará disponible para los pasos
ClarifyCheck y QualityCheck en el siguiente proceso de canalización. Si desea actualizar 
la referencia de un tipo de verificación determinado para futuras versiones del modelo, puede 
configurar la register_new_baseline en True para que las propiedades con el prefijo
BaselineUsedForDriftCheck se conviertan en la referencia recién calculada. De esta forma, 
puede conservar sus líneas de base preferidas para un modelo entrenado en el futuro, o actualizar 
las líneas de base para comprobar las desviaciones cuando sea necesario, administrando la 
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evolución y el ciclo de vida de las líneas de base a lo largo de las iteraciones de entrenamiento del 
modelo.

En el siguiente diagrama, se muestra una model-version-centric vista de la evolución y el ciclo de 
vida de referencia.

Programe los recorridos de las can

Puede programar sus ejecuciones de Amazon SageMaker Model Building Pipelines mediante
Amazon EventBridge. Amazon admite Amazon SageMaker Model Building Pipelines como destino. 
EventBridge Esto le permite iniciar la ejecución de su canalización de creación de modelos en 
función de cualquier evento del bus de eventos. Con él EventBridge, puede automatizar las 
ejecuciones de sus canalizaciones y responder automáticamente a eventos como la formación, las 
tareas o los cambios en el estado de los terminales. Los eventos incluyen la carga de un nuevo 
archivo en su bucket de Amazon S3, un cambio en el estado de su SageMaker punto de conexión 
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de Amazon debido a una desviación y temas relacionados con Amazon Simple Notification Service
(SNS).

Las siguientes acciones de SageMaker Pipelines se pueden iniciar automáticamente: 

• StartPipelineExecution

Para obtener más información sobre la programación de SageMaker trabajos, consulta Automatizar 
SageMaker con Amazon EventBridge.

Temas

• Programa una canalización con Amazon EventBridge

• Programa una canalización con el SDK de SageMaker Python

Programa una canalización con Amazon EventBridge

Para iniciar la ejecución de una canalización con Amazon CloudWatch Events, debe crear una 
EventBridge regla. Al crear una regla para los eventos, se especifica la acción objetivo que se debe 
realizar cuando se EventBridge recibe un evento que coincide con la regla. Cuando un evento 
coincide con la regla, EventBridge envía el evento al destino especificado e inicia la acción definida 
en la regla.

Los siguientes tutoriales muestran cómo programar la ejecución de una canalización EventBridge 
mediante la EventBridge consola o elAWS CLI. 

Requisitos previos

• Un rol que EventBridge se puede asumir con el SageMaker::StartPipelineExecution
permiso. Este rol se puede crear automáticamente si crea una regla desde la EventBridge consola; 
de lo contrario, tendrá que crear este rol usted mismo. Para obtener información sobre la creación 
de un SageMaker rol, consulte SageMaker Roles.

• Un Amazon SageMaker Pipeline según lo programado. Para crear una SageMaker canalización de 
Amazon, consulta Definir una canalización.

Cree una EventBridge regla mediante la EventBridge consola

El siguiente procedimiento muestra cómo crear una EventBridge regla mediante la EventBridge 
consola. 

Amazon SageMaker Model Building Pipelines 5044

https://docs.aws.amazon.com/sagemaker/latest/dg/automating-sagemaker-with-eventbridge.html
https://docs.aws.amazon.com/sagemaker/latest/dg/automating-sagemaker-with-eventbridge.html
https://docs.aws.amazon.com/eventbridge/latest/APIReference/API_Rule.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-roles.html
https://docs.aws.amazon.com/sagemaker/latest/dg/define-pipeline.html


Amazon SageMaker Guía para desarrolladores

1. Vaya a la consola de EventBridge .

2. Seleccione Reglas en la parte izquierda.

3. Seleccione Create Rule.

4. Escriba un nombre y la descripción de la regla.

5. Seleccione cómo desea iniciar esta regla. Para la regla, tiene las siguientes opciones:

• Patrón de eventos: la regla se inicia cuando se produce un evento que coincide con el 
patrón. Puede elegir un patrón predefinido que coincida con un determinado tipo de evento 
o puede crear un patrón personalizado. Si selecciona un patrón predefinido, puede editarlo 
para personalizarlo. Para obtener más información sobre los patrones de eventos, consulte
Patrones de CloudWatch eventos en eventos.

• Programación: la regla se inicia periódicamente según una programación específica. Puede 
utilizar una programación de tasa fija que se inicie de forma periódica durante un número 
específico de minutos, horas o semanas. También puede usar una expresión cron para crear 
una programación más detallada, como “el primer lunes de cada mes a las 8 de la mañana”. 
No se admite la programación en un bus de eventos personalizado o de socio.

6. Seleccione el bus de eventos que desee.

7. Seleccione los objetivos que desee invocar cuando un evento coincida con su patrón de eventos 
o cuando se inicie la programación. Puede agregar hasta 5 objetivos por regla. Seleccione
SageMaker Pipeline en la lista desplegable de objetivos.

8. Seleccione la canalización que desea iniciar en la lista desplegable de canalizaciones.

9. Agregue parámetros para pasarlos a la ejecución de la canalización mediante un par de 
nombre y valor. Los valores de parámetros pueden ser estáticos o dinámicos. Para obtener más 
información sobre los parámetros de Amazon SageMaker Pipeline, consulte AWS::Events::Rule 
SagemakerPipelineParameters.

• Los valores estáticos se transfieren a la ejecución de la canalización cada vez que se 
inicia la canalización. Por ejemplo, si {"Name": "Instance_type", "Value": 
"ml.4xlarge"} se especifica en la lista de parámetros, se pasa como parámetro
StartPipelineExecutionRequest cada vez que EventBridge se inicia la canalización.

• Los valores dinámicos se especifican mediante una ruta JSON. EventBridge analiza el valor 
de la carga útil de un evento y, a continuación, lo pasa a la ejecución de la canalización. Por 
ejemplo: $.detail.param.value

10. Seleccione el rol que se va a usar para esta regla. Puede crear un nuevo rol o utilizar uno 
existente.
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11. De forma opcional, puede agregar una etiqueta.

12. Seleccione Create para finalizar la regla.

La regla ya está en vigor y lista para iniciar las ejecuciones de la canalización.

Cree una EventBridge regla mediante el AWS CLI

El siguiente procedimiento muestra cómo crear una EventBridge regla medianteAWS CLI.

1. Cree una regla para que se inicie. Al crear una EventBridge regla mediante elAWS CLI, tiene 
dos opciones para iniciar la regla: el patrón de eventos y la programación.

• Patrón de eventos: la regla se inicia cuando se produce un evento que coincide con el 
patrón. Puede elegir un patrón predefinido que coincida con un determinado tipo de evento 
o puede crear un patrón personalizado. Si selecciona un patrón predefinido, puede editarlo 
para personalizarlo.  Puede crear una regla con un patrón de eventos mediante el siguiente 
comando:

aws events put-rule --name <RULE_NAME> ----event-pattern <YOUR_EVENT_PATTERN>
 --description <RULE_DESCRIPTION> --role-arn <ROLE_TO_EXECUTE_PIPELINE> --
tags <TAGS>

• Programación: la regla se inicia periódicamente según una programación específica. Puede 
utilizar una programación de tasa fija que se inicie de forma periódica durante un número 
específico de minutos, horas o semanas. También puede usar una expresión cron para crear 
una programación más detallada, como “el primer lunes de cada mes a las 8 de la mañana”. 
No se admite la programación en un bus de eventos personalizado o de socio. Puede crear 
una regla con una programación mediante el siguiente comando:

aws events put-rule --name <RULE_NAME> --schedule-
expression <YOUR_CRON_EXPRESSION> --description <RULE_DESCRIPTION> --role-
arn <ROLE_TO_EXECUTE_PIPELINE> --tags <TAGS>

2. Agregue los objetivos que desee invocar cuando un evento coincida con su patrón de eventos 
o cuando se inicie la programación. Puede agregar hasta 5 objetivos por regla.  Para cada 
objetivo, debe especificar lo siguiente: 

• ARN: el ARN del recurso de la canalización.

• Rol ARN: El ARN del rol EventBridge debe asumir para ejecutar la canalización.
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• Parámetros: parámetros de la SageMaker canalización de Amazon que se van a aprobar.

3. Ejecuta el siguiente comando para pasar una SageMaker canalización de Amazon como destino 
a tu regla mediante put-targets:

aws events put-targets --rule <RULE_NAME> --event-bus-name <EVENT_BUS_NAME>
 --targets "[{\"Id\": <ID>, \"Arn\": <RESOURCE_ARN>, \"RoleArn\": <ROLE_ARN>, 
 \"SageMakerPipelineParameter\": { \"SageMakerParameterList\": [{\"Name\": <NAME>, 
 \"Value\": <VALUE>}]} }]"] 

Programa una canalización con el SDK de SageMaker Python

En las siguientes secciones, se muestra cómo configurar los permisos para acceder a EventBridge 
los recursos y crear el cronograma de canalización mediante el SDK de SageMaker Python.

Permisos necesarios

Debes tener los permisos necesarios para usar el programador de canalizaciones. Complete los 
siguientes pasos para configurar sus permisos:

1. Adjunta la siguiente política de privilegios mínimos a la función de IAM utilizada 
para crear los desencadenantes de la canalización o utiliza la política AWS
AmazonEventBridgeSchedulerFullAccess gestionada.

{ 
    "Version": "2012-10-17", 
    "Statement": 
    [ 
        { 
            "Action": 
            [ 
                "scheduler:ListSchedules", 
                "scheduler:GetSchedule", 
                "scheduler:CreateSchedule", 
                "scheduler:UpdateSchedule", 
                "scheduler:DeleteSchedule" 
            ], 
            "Effect": "Allow", 
            "Resource": 
            [ 
                "*" 
            ] 
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        }, 
        { 
            "Effect": "Allow", 
            "Action": "iam:PassRole", 
            "Resource": "arn:aws:iam::*:role/*",  
            "Condition": { 
                "StringLike": { 
                    "iam:PassedToService": "scheduler.amazonaws.com" 
                } 
            } 
        } 
    ]
}

2. Establezca una relación de confianza EventBridge añadiendo el director del servicio
scheduler.amazonaws.com a la política de confianza de este rol. Asegúrese de adjuntar la 
siguiente política de confianza a la función de ejecución si lanza el bloc de notas en SageMaker 
Studio.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "scheduler.amazonaws.com", 
                    "sagemaker.amazonaws.com" 
                ] 
            }, 
        "Action": "sts:AssumeRole" 
        } 
    ]
}

Cree un cronograma de canalización

Con el PipelineSchedule constructor, puedes programar una canalización para que se ejecute 
una vez o en un intervalo predeterminado. El cronograma de una canalización debe ser del tipo
atrate, ocron. Este conjunto de tipos de programación es una extensión de las opciones de 
EventBridge programación. Para obtener más información sobre cómo usar la PipelineSchedule
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clase, consulte sagemaker.workflow.triggers. PipelineSchedule. El siguiente ejemplo muestra cómo 
crear cada tipo de programación conPipelineSchedule.

from sagemaker.workflow.triggers import PipelineSchedule

# schedules a pipeline run for 12/13/2023 at time 10:15:20 UTC
my_datetime_schedule = PipelineSchedule( 
    name="<schedule-name>",  
    at=datetime(2023, 12, 13, 10, 15, 20)
)

# schedules a pipeline run every 5 minutes
my_rate_schedule = PipelineSchedule( 
    name="<schedule-name>",  
    rate=(5, "minutes")
)

# schedules a pipeline run at 10:15am UTC on the last Friday of each month during the 
 years 2022 to 2023
my_cron_schedule = PipelineSchedule( 
    name="<schedule-name>",  
    cron="15 10 ? * 6L 2022-2023"
)

Note

Si crea un horario único y necesita acceder a la hora actual, utilice datetime.utcnow() en 
lugar dedatetime.now(). Esta última opción no almacena el contexto de la zona actual y 
hace que se transfiera una hora incorrecta a EventBridge.

Conecta el disparador a tu canalización

Para adjuntarlo PipelineSchedule a tu canalización, invoca la put_triggers llamada en el 
objeto de canalización que hayas creado con una lista de factores desencadenantes. Si recibes 
un ARN de respuesta, habrás creado correctamente el cronograma en tu cuenta y EventBridge 
comenzarás a invocar la canalización objetivo a la hora o al ritmo especificados. Debes especificar 
un rol con los permisos correctos para adjuntar los activadores a una canalización principal. Si 
no lo proporcionas, SageMaker Pipelines busca el rol predeterminado que se usa para crear la 
canalización desde el archivo de configuración.
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En el siguiente ejemplo, se muestra cómo adjuntar un cronograma a una canalización.

scheduled_pipeline = Pipeline( 
    name="<pipeline-name>", 
    steps=[...], 
    sagemaker_session=<sagemaker-session>,
)
custom_schedule = PipelineSchedule( 
    name="<schedule-name>",  
    at=datetime(year=2023, month=12, date=25, hour=10, minute=30, second=30)
)
scheduled_pipeline.put_triggers(triggers=[custom_schedule], role_arn=<role>)

Describa los desencadenantes actuales

Para recuperar información sobre los activadores de canalización que has creado, puedes invocar la
describe_trigger() API con el nombre del activador. Este comando devuelve detalles sobre la 
expresión de programación creada, como la hora de inicio, el estado de activación y otra información 
útil. En el siguiente fragmento se muestra un ejemplo de invocación:

scheduled_pipeline.describe_trigger(name="<schedule-name>")

Recursos desencadenantes de limpieza

Antes de eliminar tu canalización, limpia los activadores existentes para evitar una pérdida 
de recursos en tu cuenta. Debes eliminar los activadores antes de destruir la canalización 
principal. Puedes eliminar los activadores pasando una lista de nombres de activadores 
a la delete_triggers API. En el siguiente fragmento, se muestra cómo eliminar los 
desencadenadores.

pipeline.delete_triggers(trigger_names=["<schedule-name>"])

Note

Tenga en cuenta las siguientes limitaciones al eliminar los desencadenadores:

• La opción de eliminar los activadores especificando los nombres de los activadores solo 
está disponible en el SDK de SageMaker Python. Al eliminar la canalización en la CLI o en 
una llamada a la DeletePipeline API, no se eliminan los activadores. Como resultado, 
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los activadores quedan huérfanos e SageMaker intentan iniciar una ejecución en una 
canalización inexistente.

• Además, si está utilizando otra sesión de bloc de notas o ya ha eliminado el objetivo de 
la canalización, limpie las programaciones huérfanas mediante la CLI o EventBridge la 
consola del programador.

Integración de Amazon SageMaker Experiments

Amazon SageMaker Model Building Pipelines está estrechamente integrado con Amazon 
SageMaker Experiments. De forma predeterminada, cuando SageMaker Pipelines crea y ejecuta una 
canalización, se crean las siguientes entidades de SageMaker Experiments si no existen:

• Un experimento para la canalización

• Un grupo de ejecución para cada ejecución de la canalización

• Una ejecución que se añade al grupo de ejecuciones por cada SageMaker trabajo creado en un 
paso de ejecución de la canalización

Puedes comparar métricas, como la precisión del entrenamiento del modelo, entre varias 
ejecuciones en proceso, del mismo modo que puedes comparar dichas métricas entre varios grupos 
de ejecuciones de un experimento de entrenamiento con SageMaker modelos.

En el siguiente ejemplo, se muestran los parámetros relevantes de la clase Pipeline del SDK de 
Amazon SageMaker Python.

Pipeline( 
    name="MyPipeline", 
    parameters=[...], 
    pipeline_experiment_config=PipelineExperimentConfig( 
      ExecutionVariables.PIPELINE_NAME, 
      ExecutionVariables.PIPELINE_EXECUTION_ID 
    ), 
    steps=[...]
)

Si no quiere que se cree un experimento y grupo de ejecuciones para la canalización, configure
pipeline_experiment_config en None.
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Note

La integración de los experimentos se introdujo en la versión 2.41.0 del SDK de Amazon 
SageMaker Python.

Las siguientes reglas de nomenclatura se aplican en función de lo que especifique para los 
parámetros ExperimentName y TrialName de pipeline_experiment_config:

• Si no especifica un ExperimentName, se usará el name de la canalización como nombre del 
experimento.

Si especifica un ExperimentName, se usará como nombre del experimento. Si existe un 
experimento con ese nombre, los grupos de ejecuciones creados por la canalización se agregan al 
experimento existente. Si no existe un experimento con ese nombre, se crea uno nuevo.

• Si no especifica un TrialName, se utiliza el ID de ejecución de la canalización como nombre del 
grupo de ejecuciones.

Si especifica un TrialName, se usará como nombre del grupo de ejecuciones. Si existe un grupo 
de ejecuciones con ese nombre, las ejecuciones creados por la canalización se agregan al grupo 
de ejecuciones existente. Si no existe un grupo de ejecuciones con ese nombre, se crea uno 
nuevo.

Note

Las entidades del experimento no se eliminan cuando se elimina la canalización que las 
creó. Puede usar la API de SageMaker experimentos para eliminar las entidades. Para 
obtener más información, consulte Recursos de Clean Up Amazon SageMaker Experiment.

Para obtener información sobre cómo ver las entidades de SageMaker experimento asociadas a una 
canalización, consulteVea las entidades experimentales creadas por SageMaker canalizaciones. 
Para obtener más información sobre SageMaker los experimentos, consulteGestione el aprendizaje 
automático con Amazon SageMaker Experiments.

En las siguientes secciones se muestran ejemplos de las reglas anteriores y de cómo se representan 
en el archivo de definición de la canalización. Para obtener más información sobre los archivos de 
definición de las canalizaciones, consulte SageMaker Descripción general de las canalizaciones.
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Temas

• Comportamiento predeterminado

• Deshabilitar la integración de experimentos

• Especificar un nombre de experimento personalizado

• Especifique un nombre personalizado del grupo de ejecuciones

Comportamiento predeterminado

Cree una canalización

Se omite pipeline_experiment_config. El valor predeterminado ExperimentName es el name
de la canalización. El valor predeterminado de TrialName es el ID de ejecución.

pipeline_name = f"MyPipeline"
pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[...], 
    steps=[step_train]
)

Archivo de definición de la canalización

{ 
  "Version": "2020-12-01", 
  "Parameters": [ 
    { 
      "Name": "InputDataSource" 
    }, 
    { 
      "Name": "InstanceCount", 
      "Type": "Integer", 
      "DefaultValue": 1 
    } 
  ], 
  "PipelineExperimentConfig": { 
    "ExperimentName": {"Get": "Execution.PipelineName"}, 
    "TrialName": {"Get": "Execution.PipelineExecutionId"} 
  }, 
  "Steps": [...]
}
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Deshabilitar la integración de experimentos

Cree una canalización

pipeline_experiment_config se establece en None.

pipeline_name = f"MyPipeline"
pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[...], 
    pipeline_experiment_config=None, 
    steps=[step_train]
)

Archivo de definición de la canalización

Es igual que en el ejemplo de valores predeterminados anterior, sin la
PipelineExperimentConfig.

Especificar un nombre de experimento personalizado

Se utiliza un nombre de experimento personalizado. El nombre del grupo de ejecuciones se 
establece en el ID de ejecución, como ocurre con el comportamiento predeterminado.

Cree una canalización

pipeline_name = f"MyPipeline"
pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[...], 
    pipeline_experiment_config=PipelineExperimentConfig( 
      "CustomExperimentName", 
      ExecutionVariables.PIPELINE_EXECUTION_ID 
    ), 
    steps=[step_train]
)

Archivo de definición de la canalización

{ 
  ..., 
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  "PipelineExperimentConfig": { 
    "ExperimentName": "CustomExperimentName", 
    "TrialName": {"Get": "Execution.PipelineExecutionId"} 
  }, 
  "Steps": [...]
}

Especifique un nombre personalizado del grupo de ejecuciones

Se utiliza un nombre personalizado del grupo de ejecuciones y se anexa al ID de ejecución. 
El nombre del experimento se establece en el nombre de la canalización, como ocurre con el 
comportamiento predeterminado.

Cree una canalización

pipeline_name = f"MyPipeline"
pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[...], 
    pipeline_experiment_config=PipelineExperimentConfig( 
      ExecutionVariables.PIPELINE_NAME, 
      Join(on="-", values=["CustomTrialName", 
 ExecutionVariables.PIPELINE_EXECUTION_ID]) 
    ), 
    steps=[step_train]
)

Archivo de definición de la canalización

{ 
  ..., 
  "PipelineExperimentConfig": { 
    "ExperimentName": {"Get": "Execution.PipelineName"}, 
    "TrialName": { 
      "On": "-", 
      "Values": [ 
         "CustomTrialName", 
         {"Get": "Execution.PipelineExecutionId"} 
       ] 
    } 
  }, 
  "Steps": [...]
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}

Modo local

SageMaker El modo local de Pipelines es una forma sencilla de probar los scripts de entrenamiento, 
procesamiento e inferencia, así como la compatibilidad en tiempo de ejecución de los parámetros 
de la canalización antes de ejecutar la canalización en el servicio gestionado SageMaker . Al usar 
el modo local, puedes probar tu SageMaker canalización de forma local con un conjunto de datos 
más pequeño. Esto permite depurar de forma rápida y sencilla los errores en los scripts del usuario 
y en la propia definición de la canalización sin incurrir en los costos que conlleva el uso del servicio 
administrado.

El modo local de Pipelines aprovecha el modo local de SageMaker trabajos de forma interna. Se 
trata de una función del SDK de SageMaker Python que permite ejecutar imágenes SageMaker 
integradas o personalizadas de forma local mediante contenedores de Docker. El modo local 
de Pipelines se basa en el modo local de SageMaker trabajos. Por lo tanto, puede esperar ver 
los mismos resultados que si ejecutara esos trabajos por separado. Por ejemplo, el modo local 
utiliza Amazon S3 para cargar artefactos del modelo y procesar las salidas. Si desea que los 
datos generados por los trabajos locales residan en el disco local, puede utilizar la configuración 
mencionada en Modo local.

El modo local de la canalización admite actualmente los siguientes tipos de pasos:

• Paso de entrenamiento

• Paso de procesamiento

• Paso de transformación

• Paso de modelo (solo con los argumentos de creación de modelo)

• Paso de condición

• Paso de error

A diferencia del servicio administrado de las canalizaciones, que permite ejecutar varios pasos en 
paralelo mediante la configuración del paralelismo, el ejecutor de canalización local ejecuta los 
pasos en orden secuencial. Por lo tanto, el rendimiento general de ejecución de una canalización 
local puede ser inferior al de una canalización que se ejecuta en la nube; depende principalmente 
del tamaño del conjunto de datos, del algoritmo y de la potencia del equipo local. Tenga en cuenta 
también que los Pipelines que se ejecutan en modo local no se registran en SageMaker los 
experimentos.
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Note

El modo local de Pipelines no es compatible con SageMaker algoritmos como XGBoost. Si 
quiere utilizar estos algoritmos, debe utilizarlos en modo script.

Para ejecutar una canalización de forma local, los campos de sagemaker_session asociados a los 
pasos de la canalización y a la propia canalización deben ser del tipo LocalPipelineSession. El 
siguiente ejemplo muestra cómo se puede definir una SageMaker canalización para que se ejecute 
localmente.

from sagemaker.workflow.pipeline_context import LocalPipelineSession
from sagemaker.pytorch import PyTorch
from sagemaker.workflow.steps import TrainingStep
from sagemaker.workflow.pipeline import Pipeline

local_pipeline_session = LocalPipelineSession()

pytorch_estimator = PyTorch( 
    sagemaker_session=local_pipeline_session, 
    role=sagemaker.get_execution_role(), 
    instance_type="ml.c5.xlarge", 
    instance_count=1, 
    framework_version="1.8.0", 
    py_version="py36", 
    entry_point="./entry_point.py",
)

step = TrainingStep( 
    name="MyTrainingStep", 
    step_args=pytorch_estimator.fit( 
        inputs=TrainingInput(s3_data="s3://my-bucket/my-data/train"), 
    )
)

pipeline = Pipeline( 
    name="MyPipeline", 
    steps=[step], 
    sagemaker_session=local_pipeline_session
)
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pipeline.create( 
    role_arn=sagemaker.get_execution_role(),  
    description="local pipeline example"
)

// pipeline will execute locally
execution = pipeline.start()

steps = execution.list_steps()

training_job_name = steps['PipelineExecutionSteps'][0]['Metadata']['TrainingJob']
['Arn']

step_outputs = pipeline_session.sagemaker_client.describe_training_job(TrainingJobName 
 = training_job_name)

Cuando estés preparado para ejecutar la canalización en el servicio de SageMaker Pipelines 
gestionado, puedes hacerlo sustituyendo LocalPipelineSession el fragmento de código anterior 
por PipelineSession (como se muestra en el siguiente ejemplo de código) y volviendo a ejecutar 
el código.

from sagemaker.workflow.pipeline_context import PipelineSession

pipeline_session = PipelineSession()

Solución de problemas de Amazon SageMaker Model Building Pipelines

Al utilizar Amazon SageMaker Model Building Pipelines, es posible que tenga problemas por varios 
motivos. En este tema se proporciona información sobre errores habituales y cómo resolverlos.

Problemas con la definición de la canalización

Es posible que la definición de la canalización no tenga el formato correcto. Esto puede provocar 
que la ejecución produzca un error o que el trabajo no sea preciso. Estos errores se pueden detectar 
cuando se crea la canalización o cuando tiene lugar una ejecución. Si su definición no es válida, 
SageMaker Pipelines devuelve un mensaje de error que identifica el carácter en el que el archivo 
JSON está mal formado. Para solucionar este problema, revise los pasos creados con el SDK de 
SageMaker Python para comprobar su precisión.

Solo puede incluir los pasos en una definición de canalización una vez. Por este motivo, los pasos no 
pueden existir como parte de un paso de condición y de una canalización en la misma canalización.
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Examinar los registros de las canalizaciones

Puede ver el estado de los pasos con el comando siguiente:

execution.list_steps()

Cada paso incluye la siguiente información:

• El ARN de la entidad lanzada por la canalización, como el ARN del trabajo, el SageMaker ARN del 
modelo o el ARN del paquete del modelo.

• El motivo del error incluye una breve explicación del error del paso.

• Si el paso es un paso de condición, incluye si la condición se evalúa como verdadera o falsa. 

• Si la ejecución vuelve a utilizar una ejecución de un trabajo anterior, CacheHit muestra la 
ejecución de origen. 

También puede ver los mensajes de error y los registros en la interfaz de Amazon SageMaker 
Studio. Para obtener información sobre cómo ver los registros en Studio, consulte Ver la ejecución de 
una canalización.

Permisos ausentes

Se requieren los permisos correctos para el rol que crea la ejecución de la canalización y los pasos 
que crean cada uno de los trabajos de la ejecución de la canalización. Sin estos permisos, es posible 
que no pueda enviar la ejecución de su canalización o ejecutar sus SageMaker trabajos según 
lo esperado. Para asegurarse de que los permisos estén configurados correctamente, consulte
Administración de acceso de IAM.

Errores de ejecución del trabajo

Es posible que tengas problemas al ejecutar tus pasos debido a problemas en los scripts que definen 
la funcionalidad de tus SageMaker trabajos. Cada trabajo tiene un conjunto de CloudWatch registros. 
Para ver estos registros desde Studio, consulteVer la ejecución de una canalización. Para obtener 
información sobre el uso CloudWatch de registros con SageMaker, consulteRegistra SageMaker los 
eventos de Amazon con Amazon CloudWatch.

Errores en el archivo de propiedades
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Es posible que tenga problemas si implementa archivos de propiedades de forma incorrecta en la 
canalización. Para asegurarse de que la implementación de los archivos de propiedades funcione 
según lo previsto, consulte Transfiera datos entre pasos.

Crear y gestionar SageMaker canalizaciones

Puede usar Amazon SageMaker Model Building Pipelines para crear end-to-end flujos de trabajo 
que gestionen e implementen SageMaker trabajos. SageMaker Pipelines viene con la integración 
del SDK de SageMaker Python, por lo que puedes crear cada paso de tu canalización mediante una 
interfaz basada en Python.

Una vez desplegada la canalización, podrá ver el gráfico acíclico dirigido (DAG) de la canalización 
y gestionar las ejecuciones con Amazon SageMaker Studio. Con SageMaker Studio, puede obtener 
información sobre sus procesos actuales e históricos, comparar las ejecuciones, consultar el DAG 
para ver sus ejecuciones, obtener información de metadatos y mucho más. Para obtener información 
sobre cómo ver las canalizaciones desde SageMaker Studio, consulte. Visualiza, rastrea y ejecuta 
SageMaker canalizaciones en Studio SageMaker

Temas

• Definición de una canalización

• Ejecución de una canalización

• Visualiza, rastrea y ejecuta SageMaker canalizaciones en Studio SageMaker

Definición de una canalización

Para organizar sus flujos de trabajo con Amazon SageMaker Model Building Pipelines, debe generar 
un gráfico acíclico dirigido (DAG) en forma de definición de canalización en JSON. La siguiente 
imagen es una representación del DAG de canalización que ha creado en este tutorial:
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Puedes generar tu definición de canalización de JSON mediante el SDK de SageMaker Python. 
El siguiente tutorial muestra cómo generar una definición de canalización para una canalización 
que resuelva un problema de regresión para determinar la edad de un abulón en función de sus 
medidas físicas. Para ver un cuaderno de Jupyter que incluya el contenido de este tutorial y que 
pueda ejecutar, consulte Cómo organizar tareas con Amazon SageMaker Model Building Pipelines.

Temas

• Requisitos previos

• Creación de una canalización
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Requisitos previos

Para ejecutar el siguiente tutorial, debe hacer lo siguiente:

• Configure la instancia del cuaderno tal y como se describe en Create a notebook instance. 
Esto le da a su rol permisos para leer y escribir en Amazon S3 y crear trabajos de formación, 
transformación por lotes y procesamiento en Amazon SageMaker.

• Conceda permisos a su cuaderno para obtener y transferir su propio rol, tal y como se muestra 
en Modificación de una política de permisos de rol. Agregue el siguiente fragmento de JSON para 
asociar esta política a su rol. Sustituya <your-role-arn> por el ARN utilizado para crear la 
instancia del cuaderno.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetRole", 
                "iam:PassRole" 
            ], 
            "Resource": "<your-role-arn>" 
        } 
    ]
}

• Confíe en el director del SageMaker servicio siguiendo los pasos que se indican en Modificación 
de la política de confianza de un rol. Agregue el siguiente fragmento de declaración a la relación de 
confianza de su rol:

{ 
      "Sid": "", 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
    }
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Configurar su entorno

Cree una nueva SageMaker sesión mediante el siguiente bloque de código. Esto devuelve el ARN 
del rol de la sesión. El ARN de este rol debe ser el ARN del rol de ejecución que haya configurado 
como requisito previo.

import boto3
import sagemaker
import sagemaker.session

region = boto3.Session().region_name
sagemaker_session = sagemaker.session.Session()
role = sagemaker.get_execution_role()
default_bucket = sagemaker_session.default_bucket()
model_package_group_name = f"AbaloneModelPackageGroupName"

Creación de una canalización

Ejecute los siguientes pasos desde la instancia de su SageMaker bloc de notas para crear una 
canalización que incluya los pasos para el preprocesamiento, la formación, la evaluación, la 
evaluación condicional y el registro del modelo.

Paso 1: Descargar el conjunto de datos

Este cuaderno utiliza el conjunto de datos de abulón de UCI Machine Learning. El conjunto de datos 
contiene las siguientes características:

• length: la medida más larga de la concha del abulón.

• diameter: el diámetro del abulón perpendicular a su longitud.

• height: La talla del abulón con carne en la concha.

• whole_weight: el peso de todo el abulón.

• shucked_weight: el peso de la carne extraída del abulón.

• viscera_weight: el peso de las vísceras del abulón tras el sangrado.

• shell_weight: el peso de la concha de abulón tras retirar la carne y secarla.

• sex: el sexo del abulón. Puede ser “M”, “F” o “I”, don “I” es un abulón cría.

• rings: el número de anillos de la concha del abulón.
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El número de anillos de la concha del abulón es una buena indicación de su edad según la fórmula
age=rings + 1.5. Sin embargo, la obtención de este número es una tarea que lleva mucho 
tiempo. Debe cortar la concha a través del cono, teñir la sección y contar el número de anillos con un 
microscopio. Sin embargo, las demás medidas físicas son más fáciles de determinar. Este cuaderno 
utiliza el conjunto de datos para crear un modelo predictivo de los anillos variables a partir de las 
demás medidas físicas.

Para descargar los conjuntos de datos

1. Descargue el conjunto de datos en el bucket de Amazon S3 predeterminado de su cuenta.

!mkdir -p data
local_path = "data/abalone-dataset.csv"

s3 = boto3.resource("s3")
s3.Bucket(f"sagemaker-servicecatalog-seedcode-{region}").download_file( 
    "dataset/abalone-dataset.csv", 
    local_path
)

base_uri = f"s3://{default_bucket}/abalone"
input_data_uri = sagemaker.s3.S3Uploader.upload( 
    local_path=local_path,  
    desired_s3_uri=base_uri,
)
print(input_data_uri)

2. Descargue un segundo conjunto de datos para la transformación por lotes una vez creado el 
modelo.

local_path = "data/abalone-dataset-batch.csv"

s3 = boto3.resource("s3")
s3.Bucket(f"sagemaker-servicecatalog-seedcode-{region}").download_file( 
    "dataset/abalone-dataset-batch", 
    local_path
)

base_uri = f"s3://{default_bucket}/abalone"
batch_data_uri = sagemaker.s3.S3Uploader.upload( 
    local_path=local_path,  
    desired_s3_uri=base_uri,
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)
print(batch_data_uri)

Paso 2: Definir los parámetros de la canalización

Este bloque de código define los siguientes parámetros para la canalización:

• processing_instance_count: el recuento de instancias del trabajo de procesamiento.

• input_data: la ubicación de los datos de entrada en Amazon S3.

• batch_data: la ubicación de los datos de entrada en Amazon S3 para la transformación por lotes.

• model_approval_status: el estado de aprobación para registrar el modelo entrenado para la 
CI/CD. Para obtener más información, consulte Automatice los MLOP con proyectos SageMaker .

from sagemaker.workflow.parameters import ( 
    ParameterInteger, 
    ParameterString,
)

processing_instance_count = ParameterInteger( 
    name="ProcessingInstanceCount", 
    default_value=1
)
model_approval_status = ParameterString( 
    name="ModelApprovalStatus", 
    default_value="PendingManualApproval"
)
input_data = ParameterString( 
    name="InputData", 
    default_value=input_data_uri,
)
batch_data = ParameterString( 
    name="BatchData", 
    default_value=batch_data_uri,
)

Paso 3: Definir un paso de procesamiento para la ingeniería de características

En esta sección se muestra cómo crear un paso de procesamiento para preparar los datos del 
conjunto de datos para el entrenamiento.
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Para crear un paso de procesamiento

1. Cree un directorio para el script de procesamiento.

!mkdir -p abalone

2. En el directorio /abalone, cree un archivo denominado preprocessing.py con el contenido 
siguiente. Este script de preprocesamiento se transfiere al paso de procesamiento para 
su ejecución en los datos de entrada. A continuación, el paso de entrenamiento usa las 
características y etiquetas de entrenamiento preprocesadas para entrenar un modelo, y el 
paso de evaluación usa el modelo entrenado y las características y etiquetas de prueba 
preprocesadas para evaluar el modelo. El script usa scikit-learn para hacer lo siguiente:

• Rellenar los datos categóricos sex ausentes y codificarlos para que sean adecuados para el 
entrenamiento.

• Escalar y normalizar todos los campos numéricos excepto rings y sex.

• Dividir los datos en conjuntos de entrenamiento, validación y prueba.

%%writefile abalone/preprocessing.py
import argparse
import os
import requests
import tempfile
import numpy as np
import pandas as pd

from sklearn.compose import ColumnTransformer
from sklearn.impute import SimpleImputer
from sklearn.pipeline import Pipeline
from sklearn.preprocessing import StandardScaler, OneHotEncoder

# Because this is a headerless CSV file, specify the column names here.
feature_columns_names = [ 
    "sex", 
    "length", 
    "diameter", 
    "height", 
    "whole_weight", 
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    "shucked_weight", 
    "viscera_weight", 
    "shell_weight",
]
label_column = "rings"

feature_columns_dtype = { 
    "sex": str, 
    "length": np.float64, 
    "diameter": np.float64, 
    "height": np.float64, 
    "whole_weight": np.float64, 
    "shucked_weight": np.float64, 
    "viscera_weight": np.float64, 
    "shell_weight": np.float64
}
label_column_dtype = {"rings": np.float64}

def merge_two_dicts(x, y): 
    z = x.copy() 
    z.update(y) 
    return z

if __name__ == "__main__": 
    base_dir = "/opt/ml/processing" 

    df = pd.read_csv( 
        f"{base_dir}/input/abalone-dataset.csv", 
        header=None,  
        names=feature_columns_names + [label_column], 
        dtype=merge_two_dicts(feature_columns_dtype, label_column_dtype) 
    ) 
    numeric_features = list(feature_columns_names) 
    numeric_features.remove("sex") 
    numeric_transformer = Pipeline( 
        steps=[ 
            ("imputer", SimpleImputer(strategy="median")), 
            ("scaler", StandardScaler()) 
        ] 
    ) 

    categorical_features = ["sex"] 
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    categorical_transformer = Pipeline( 
        steps=[ 
            ("imputer", SimpleImputer(strategy="constant", fill_value="missing")), 
            ("onehot", OneHotEncoder(handle_unknown="ignore")) 
        ] 
    ) 

    preprocess = ColumnTransformer( 
        transformers=[ 
            ("num", numeric_transformer, numeric_features), 
            ("cat", categorical_transformer, categorical_features) 
        ] 
    ) 
     
    y = df.pop("rings") 
    X_pre = preprocess.fit_transform(df) 
    y_pre = y.to_numpy().reshape(len(y), 1) 
     
    X = np.concatenate((y_pre, X_pre), axis=1) 
     
    np.random.shuffle(X) 
    train, validation, test = np.split(X, [int(.7*len(X)), int(.85*len(X))]) 

     
    pd.DataFrame(train).to_csv(f"{base_dir}/train/train.csv", header=False, 
 index=False) 
    pd.DataFrame(validation).to_csv(f"{base_dir}/validation/validation.csv", 
 header=False, index=False) 
    pd.DataFrame(test).to_csv(f"{base_dir}/test/test.csv", header=False, 
 index=False)

3. Cree una instancia de un SKLearnProcessor para transferirla al paso de procesamiento.

from sagemaker.sklearn.processing import SKLearnProcessor

framework_version = "0.23-1"

sklearn_processor = SKLearnProcessor( 
    framework_version=framework_version, 
    instance_type="ml.m5.xlarge", 
    instance_count=processing_instance_count, 
    base_job_name="sklearn-abalone-process", 
    role=role,
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)

4. Cree un paso de procesamiento. Este paso incluye SKLearnProcessor, los canales de 
entrada y salida y el script preprocessing.py que ha creado. Es muy similar al run método 
de una instancia de procesador en el SDK de SageMaker Python. El parámetro input_data
que se pasa a ProcessingStep son los datos de entrada del propio paso. La instancia del 
procesador utiliza estos datos de entrada cuando se ejecuta.

Observe los canales denominados "train, "validation y "test" especificados en la 
configuración de salida para el trabajo de procesamiento. Las Properties del paso como estas 
pueden utilizarse en pasos posteriores y se resuelven a sus valores de tiempo de ejecución en 
la ejecución.

from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep 
     

step_process = ProcessingStep( 
    name="AbaloneProcess", 
    processor=sklearn_processor, 
    inputs=[ 
      ProcessingInput(source=input_data, destination="/opt/ml/processing/input"),   
    ], 
    outputs=[ 
        ProcessingOutput(output_name="train", source="/opt/ml/processing/train"), 
        ProcessingOutput(output_name="validation", source="/opt/ml/processing/
validation"), 
        ProcessingOutput(output_name="test", source="/opt/ml/processing/test") 
    ], 
    code="abalone/preprocessing.py",
)

Paso 4: Definir un paso de entrenamiento

En esta sección se muestra cómo utilizar el algoritmo SageMaker XGBoost para entrenar un modelo 
a partir de los datos de entrenamiento generados por los pasos de procesamiento.

Para definir un paso de entrenamiento

1. Especifique la ruta del modelo en la que desea guardar los modelos del entrenamiento.
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model_path = f"s3://{default_bucket}/AbaloneTrain"

2. Configure un estimador para el algoritmo XGBoost y el conjunto de datos de entrada. El tipo de 
instancia de entrenamiento se transfiere al estimador. Un script de entrenamiento típico carga 
los datos de los canales de entrada, configura el entrenamiento con hiperparámetros, entrena un 
modelo y model_dir lo guarda para poder alojarlo más adelante. SageMaker carga el modelo 
en Amazon S3 en forma de a model.tar.gz al final del trabajo de formación.

from sagemaker.estimator import Estimator

image_uri = sagemaker.image_uris.retrieve( 
    framework="xgboost", 
    region=region, 
    version="1.0-1", 
    py_version="py3", 
    instance_type="ml.m5.xlarge"
)
xgb_train = Estimator( 
    image_uri=image_uri, 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
    output_path=model_path, 
    role=role,
)
xgb_train.set_hyperparameters( 
    objective="reg:linear", 
    num_round=50, 
    max_depth=5, 
    eta=0.2, 
    gamma=4, 
    min_child_weight=6, 
    subsample=0.7, 
    silent=0
)

3. Cree un TrainingStep mediante la instancia del estimador y las propiedades del
ProcessingStep. En particular, pase el S3Uri de los canales de salida "train" y
"validation" al TrainingStep. 

from sagemaker.inputs import TrainingInput
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from sagemaker.workflow.steps import TrainingStep

step_train = TrainingStep( 
    name="AbaloneTrain", 
    estimator=xgb_train, 
    inputs={ 
        "train": TrainingInput( 
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "train" 
            ].S3Output.S3Uri, 
            content_type="text/csv" 
        ), 
        "validation": TrainingInput( 
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "validation" 
            ].S3Output.S3Uri, 
            content_type="text/csv" 
        ) 
    },
)

Paso 5: Definir un paso de procesamiento para la evaluación del modelo

En esta sección se muestra cómo crear un paso de procesamiento para evaluar la precisión del 
modelo. El resultado de la evaluación del modelo se utiliza en el paso de condición para determinar 
qué ruta de ejecución se debe seguir.

Para definir un paso de procesamiento para la evaluación del modelo

1. En el directorio /abalone cree un archivo denominado evaluation.py. Este script se 
utiliza en un paso de procesamiento para realizar la evaluación del modelo. Toma un modelo 
entrenado y el conjunto de datos de prueba como entrada y, a continuación, produce un archivo 
JSON que contiene las métricas de evaluación de la clasificación.

%%writefile abalone/evaluation.py
import json
import pathlib
import pickle
import tarfile
import joblib
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import numpy as np
import pandas as pd
import xgboost

from sklearn.metrics import mean_squared_error

if __name__ == "__main__": 
    model_path = f"/opt/ml/processing/model/model.tar.gz" 
    with tarfile.open(model_path) as tar: 
        tar.extractall(path=".") 
     
    model = pickle.load(open("xgboost-model", "rb")) 

    test_path = "/opt/ml/processing/test/test.csv" 
    df = pd.read_csv(test_path, header=None) 
     
    y_test = df.iloc[:, 0].to_numpy() 
    df.drop(df.columns[0], axis=1, inplace=True) 
     
    X_test = xgboost.DMatrix(df.values) 
     
    predictions = model.predict(X_test) 

    mse = mean_squared_error(y_test, predictions) 
    std = np.std(y_test - predictions) 
    report_dict = { 
        "regression_metrics": { 
            "mse": { 
                "value": mse, 
                "standard_deviation": std 
            }, 
        }, 
    } 

    output_dir = "/opt/ml/processing/evaluation" 
    pathlib.Path(output_dir).mkdir(parents=True, exist_ok=True) 
     
    evaluation_path = f"{output_dir}/evaluation.json" 
    with open(evaluation_path, "w") as f: 
        f.write(json.dumps(report_dict))

2. Cree una instancia de un ScriptProcessor que se utilice para crear unProcessingStep.
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from sagemaker.processing import ScriptProcessor

script_eval = ScriptProcessor( 
    image_uri=image_uri, 
    command=["python3"], 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
    base_job_name="script-abalone-eval", 
    role=role,
)

3. Cree una ProcessingStep utilizando la instancia del procesador, los canales de entrada y 
salida y el evaluation.py script. En concreto, transfiera la S3ModelArtifacts propiedad 
de la etapa de step_train entrenamiento, así como la S3Uri del canal de "test" salida de 
la etapa de step_process procesamiento. Es muy similar al run método de una instancia de 
procesador en el SDK de SageMaker Python. 

from sagemaker.workflow.properties import PropertyFile

evaluation_report = PropertyFile( 
    name="EvaluationReport", 
    output_name="evaluation", 
    path="evaluation.json"
)
step_eval = ProcessingStep( 
    name="AbaloneEval", 
    processor=script_eval, 
    inputs=[ 
        ProcessingInput( 
            source=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
            destination="/opt/ml/processing/model" 
        ), 
        ProcessingInput( 
            source=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "test" 
            ].S3Output.S3Uri, 
            destination="/opt/ml/processing/test" 
        ) 
    ], 
    outputs=[ 
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        ProcessingOutput(output_name="evaluation", source="/opt/ml/processing/
evaluation"), 
    ], 
    code="abalone/evaluation.py", 
    property_files=[evaluation_report],
)

Paso 6: Definir una transformación CreateModelStep para Batch

Important

Recomendamos usarlo Paso de modelo para crear modelos a partir de la versión 2.90.0 
del SDK de Python SageMaker . CreateModelStepseguirá funcionando en las versiones 
anteriores del SDK de SageMaker Python, pero ya no es compatible activamente.

En esta sección se muestra cómo crear un SageMaker modelo a partir del resultado del paso de 
entrenamiento. Este modelo se utiliza para la transformación por lotes en un nuevo conjunto de 
datos. Este paso se transfiere al paso de condición y solo se ejecuta si el paso de condición se 
evalúa como true.

Para definir una transformación CreateModelStep por lotes

1. Cree un SageMaker modelo. Transfiera la propiedad S3ModelArtifacts desde el paso de 
entrenamiento step_train.

from sagemaker.model import Model

model = Model( 
    image_uri=image_uri, 
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
    sagemaker_session=sagemaker_session, 
    role=role,
)

2. Defina la entrada del modelo para su SageMaker modelo.

from sagemaker.inputs import CreateModelInput
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inputs = CreateModelInput( 
    instance_type="ml.m5.large", 
    accelerator_type="ml.eia1.medium",
)

3. Cree la suya CreateModelStep utilizando la instancia del SageMaker modelo
CreateModelInput y la que definió.

from sagemaker.workflow.steps import CreateModelStep

step_create_model = CreateModelStep( 
    name="AbaloneCreateModel", 
    model=model, 
    inputs=inputs,
)

Paso 7: TransformStep Definir una transformación por lotes para realizar

En esta sección se muestra cómo crear un TransformStep para realizar la transformación por lotes 
en un conjunto de datos después de entrenar el modelo. Este paso se transfiere al paso de condición 
y solo se ejecuta si el paso de condición se evalúa como true.

Para definir una transformación por lotes TransformStep para realizar

1. Cree una instancia de transformador con el tipo de instancia de cómputo, el recuento de 
instancias y el URI de bucket de Amazon S3 de salida adecuados. Transfiera la propiedad
ModelName desde el paso CreateModel de step_create_model.

from sagemaker.transformer import Transformer

transformer = Transformer( 
    model_name=step_create_model.properties.ModelName, 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
    output_path=f"s3://{default_bucket}/AbaloneTransform"
)
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2. Cree un TransformStep con la instancia de transformador que definió y el parámetro de 
canalización batch_data.

from sagemaker.inputs import TransformInput
from sagemaker.workflow.steps import TransformStep

step_transform = TransformStep( 
    name="AbaloneTransform", 
    transformer=transformer, 
    inputs=TransformInput(data=batch_data)
)

Paso 8: Definir un RegisterModel paso para crear un paquete modelo

Important

Recomendamos usarlo Paso de modelo para registrar modelos a partir de la versión 2.90.0 
del SDK de Python SageMaker . RegisterModelseguirá funcionando en las versiones 
anteriores del SDK de SageMaker Python, pero ya no es compatible activamente.

En esta sección se muestra cómo construir una instancia deRegisterModel. El resultado de 
la ejecución de RegisterModel en una canalización es un paquete de modelos. Un paquete 
de modelos es una abstracción de artefactos de modelos reutilizable que empaqueta todos los 
ingredientes necesarios para la inferencia. Consiste en una especificación de inferencia que define 
la imagen de inferencia que se va a utilizar junto con una ubicación opcional de las ponderaciones 
del modelo. Un grupo de paquetes de modelos es una colección de paquetes de modelos. Puedes 
usar ModelPackageGroup for SageMaker Pipelines para añadir una nueva versión y un paquete 
de modelos al grupo por cada ejecución de la canalización. Para obtener más información acerca del 
registro de modelos, consulte Registro e implementación de modelos con el registro de modelos.

Este paso se transfiere al paso de condición y solo se ejecuta si el paso de condición se evalúa como
true.

Para definir un RegisterModel paso para crear un paquete modelo

• Construya un paso RegisterModel con la instancia del estimador que utilizó para el 
paso de entrenamiento. Transfiera la propiedad S3ModelArtifacts desde el paso de 
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entrenamiento step_train y especifique un ModelPackageGroup. SageMaker Pipelines lo 
crea ModelPackageGroup por usted.

from sagemaker.model_metrics import MetricsSource, ModelMetrics  
from sagemaker.workflow.step_collections import RegisterModel

model_metrics = ModelMetrics( 
    model_statistics=MetricsSource( 
        s3_uri="{}/evaluation.json".format( 
            step_eval.arguments["ProcessingOutputConfig"]["Outputs"][0]["S3Output"]
["S3Uri"] 
        ), 
        content_type="application/json" 
    )
)
step_register = RegisterModel( 
    name="AbaloneRegisterModel", 
    estimator=xgb_train, 
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
    content_types=["text/csv"], 
    response_types=["text/csv"], 
    inference_instances=["ml.t2.medium", "ml.m5.xlarge"], 
    transform_instances=["ml.m5.xlarge"], 
    model_package_group_name=model_package_group_name, 
    approval_status=model_approval_status, 
    model_metrics=model_metrics
)

Paso 9: Definir un paso de condición para verificar la precisión del modelo

A ConditionStep permite a SageMaker Pipelines admitir la ejecución condicional en tu DAG 
de canalización en función del estado de las propiedades de los pasos. En este caso, solo le 
interesa registrar un paquete de modelos si la precisión de ese modelo, determinada por el paso 
de evaluación del modelo, supera el valor requerido. Si la precisión supera el valor requerido, 
la canalización también crea un SageMaker modelo y ejecuta la transformación por lotes en un 
conjunto de datos. En esta sección se muestra cómo definir el paso de condición.
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Para definir un paso de condición para verificar la precisión del modelo

1. Defina una condición ConditionLessThanOrEqualTo con el valor de precisión que se 
encuentra en al salida del paso de procesamiento de la evaluación del modelo, step_eval. 
Obtenga esta salida a través del archivo de propiedades que indexó en el paso de 
procesamiento y el JSONPath respectivo del valor del error cuadrático medio, "mse".

from sagemaker.workflow.conditions import ConditionLessThanOrEqualTo
from sagemaker.workflow.condition_step import ConditionStep
from sagemaker.workflow.functions import JsonGet

cond_lte = ConditionLessThanOrEqualTo( 
    left=JsonGet( 
        step_name=step_eval.name, 
        property_file=evaluation_report, 
        json_path="regression_metrics.mse.value" 
    ), 
    right=6.0
)

2. Construya un ConditionStep. Pase la condición ConditionEquals y, a continuación, 
establezca los pasos de registro del paquete de modelos y transformación por lotes como los 
siguientes pasos si se cumple la condición.

step_cond = ConditionStep( 
    name="AbaloneMSECond", 
    conditions=[cond_lte], 
    if_steps=[step_register, step_create_model, step_transform], 
    else_steps=[],  
)

Paso 10: Crear una canalización

Ahora que ha creado todos los pasos, debe combinarlos en una canalización.

Para crear una canalización

1. Defina lo siguiente para su canalización: name, parameters y steps. Los nombres deben ser 
únicos en un par (account, region).
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Note

Un paso solo puede aparecer una vez en la lista de pasos de la canalización o en las 
listas de pasos if/else del paso de condición. No puede aparecer en ambas.

from sagemaker.workflow.pipeline import Pipeline

pipeline_name = f"AbalonePipeline"
pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[ 
        processing_instance_count, 
        model_approval_status, 
        input_data, 
        batch_data, 
    ], 
    steps=[step_process, step_train, step_eval, step_cond],
)

2. De forma opcional, examine la definición de canalización de JSON para asegurarse de que esté 
bien formada.

import json

json.loads(pipeline.definition())

Esta definición de canalización está lista para enviarse a SageMaker. En el siguiente tutorial, debe 
enviar esta canalización SageMaker e iniciar una ejecución.

Siguiente paso: Ejecución de una canalización

Ejecución de una canalización

Una vez que hayas creado una definición de canalización con el SDK de SageMaker Python, 
puedes enviarla SageMaker a para iniciar la ejecución. El siguiente tutorial muestra cómo enviar 
una canalización, iniciar una ejecución, examinar los resultados de esa ejecución y eliminar la 
canalización.
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Temas

• Requisitos previos

• Paso 1: Iniciar la canalización

• Paso 2: Examinar la ejecución de una canalización

• Paso 3: Anular los parámetros predeterminados para la ejecución de una canalización

• Paso 4: Detener y eliminar la ejecución de una canalización

Requisitos previos

Este tutorial requiere lo siguiente:

• Una instancia de SageMaker bloc de notas. 

• Una definición de canalización de SageMaker Pipelines. En este tutorial se supone que utilizará la 
definición de canalización creada al completar el tutorial Definición de una canalización .

Paso 1: Iniciar la canalización

En primer lugar, es preciso iniciar la canalización.

Para iniciar la canalización

1. Examine la definición de canalización de JSON para asegurarse de que esté bien formada.

import json

json.loads(pipeline.definition())

2. Envía la definición de canalización al servicio SageMaker Pipelines para crear una canalización 
si no existe, o actualiza la canalización si existe. SageMaker Pipelines utiliza la función 
transferida para crear todos los trabajos definidos en los pasos.

pipeline.upsert(role_arn=role)

3. Inicie la ejecución de la canalización.

execution = pipeline.start()
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Paso 2: Examinar la ejecución de una canalización

A continuación, debe examinar la ejecución de la canalización.

Para examinar la ejecución de una canalización

1. Describa el estado de ejecución de la canalización para asegurarse de que se ha creado e 
iniciado correctamente.

execution.describe()

2. Espere a que finalice la ejecución.

execution.wait()

3. Enumere los pasos de ejecución y su estado.

execution.list_steps()

El resultado debería tener el siguiente aspecto:

[{'StepName': 'AbaloneTransform', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 27, 870000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 45, 50, 492000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'TransformJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:transform-job/pipelines-cfvy1tjuxdq8-abalonetransform-
ptyjoef3jy'}}}, 
 {'StepName': 'AbaloneRegisterModel', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 26, 929000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 28, 15000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'RegisterModel': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:model-package/abalonemodelpackagegroupname/1'}}}, 
 {'StepName': 'AbaloneCreateModel', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 26, 895000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 27, 708000, tzinfo=tzlocal()), 
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  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'Model': {'Arn': 'arn:aws:sagemaker:us-east-2:111122223333:model/
pipelines-cfvy1tjuxdq8-abalonecreatemodel-jl94rai0ra'}}}, 
 {'StepName': 'AbaloneMSECond', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 25, 558000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 26, 329000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'Condition': {'Outcome': 'True'}}}, 
 {'StepName': 'AbaloneEval', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 37, 34, 767000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 18, 80000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'ProcessingJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:processing-job/pipelines-cfvy1tjuxdq8-abaloneeval-
zfraozhmny'}}}, 
 {'StepName': 'AbaloneTrain', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 34, 55, 867000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 37, 34, 34000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'TrainingJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:training-job/pipelines-cfvy1tjuxdq8-abalonetrain-
tavd6f3wdf'}}}, 
 {'StepName': 'AbaloneProcess', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 30, 27, 160000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 34, 48, 390000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'ProcessingJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:processing-job/pipelines-cfvy1tjuxdq8-abaloneprocess-
mgqyfdujcj'}}}]

4. Una vez finalizada la ejecución de la canalización, descargue el archivo evaluation.json
resultante de Amazon S3 para examinar el informe.

evaluation_json = sagemaker.s3.S3Downloader.read_file("{}/evaluation.json".format( 
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    step_eval.arguments["ProcessingOutputConfig"]["Outputs"][0]["S3Output"]
["S3Uri"]
))
json.loads(evaluation_json)

Paso 3: Anular los parámetros predeterminados para la ejecución de una canalización

Puede ejecutar más ejecuciones de la canalización si especifica distintos parámetros de canalización 
para anular los valores predeterminados.

Para anular los parámetros predeterminados

1. Cree la ejecución de la canalización. Esto inicia otra ejecución de la canalización con la 
anulación del estado de aprobación del modelo establecida en “Aprobado”. Esto significa que la 
versión del paquete modelo generada por el RegisterModel paso está lista automáticamente 
para su implementación a través de las canalizaciones de CI/CD, como en el caso de Projects. 
SageMaker Para obtener más información, consulte Automatice los MLOP con proyectos 
SageMaker .

execution = pipeline.start( 
    parameters=dict( 
        ModelApprovalStatus="Approved", 
    )
)

2. Espere a que finalice la ejecución.

execution.wait()

3. Enumere los pasos de ejecución y su estado.

execution.list_steps()

4. Una vez finalizada la ejecución de la canalización, descargue el archivo evaluation.json
resultante de Amazon S3 para examinar el informe.

evaluation_json = sagemaker.s3.S3Downloader.read_file("{}/evaluation.json".format( 
    step_eval.arguments["ProcessingOutputConfig"]["Outputs"][0]["S3Output"]
["S3Uri"]
))
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json.loads(evaluation_json)

Paso 4: Detener y eliminar la ejecución de una canalización

Cuando termine con la canalización, puede detener cualquier ejecución en curso y eliminar la 
canalización.

Para detener y eliminar la ejecución de una canalización

1. Detenga la ejecución de la canalización.

execution.stop()

2. Elimine la canalización.

pipeline.delete()

Visualiza, rastrea y ejecuta SageMaker canalizaciones en Studio SageMaker

Para ver, rastrear y ejecutar Amazon SageMaker Pipelines en Amazon SageMaker Studio, debe 
iniciar sesión en Studio. Para obtener más información, consulte Launch Amazon SageMaker Studio.

Temas

• Ver una canalización

• Ver la ejecución de una canalización

• Descargue una definición de canalización

• Vea las entidades experimentales creadas por SageMaker canalizaciones

• Iniciar (y detener) una ejecución en canalización

• Rastree el linaje de una canalización de aprendizaje SageMaker automático

Ver una canalización

Este procedimiento le muestra cómo buscar una canalización directamente y ver su página de 
detalles. También puede buscar canalizaciones que forman parte de un proyecto en la página de 
detalles del proyecto. Para obtener información sobre cómo encontrar una canalización que forme 
parte de un proyecto, consulteAutomatice los MLOP con proyectos SageMaker .
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Para ver una lista de canalizaciones en la consola de Amazon SageMaker Studio, complete los 
siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Pipelines.

3. (Opcional) Para filtrar la lista de tuberías por nombre, introduzca un nombre de tubería 
completo o parcial en el campo de búsqueda.

4. Seleccione un nombre de canalización para ver los detalles de la canalización. 
Se abre la página de ejecuciones de la canalización y muestra una 
lista de las ejecuciones de la canalización. Utilice el icono de columna

( ) 
para elegir qué columnas desea mostrar.

5. En la página de ejecuciones de la canalización, selecciona una de las siguientes páginas en 
los menús desplegables Resumen, Configuración o Detalles (a la izquierda de la tabla de 
ejecuciones de la canalización) para ver los detalles de la canalización:

• Ejecuciones: detalles sobre las ejecuciones.

• Gráfico: el DAG de la canalización.

• Parámetros: incluye el estado de aprobación del modelo.

• Información: los metadatos asociados a la canalización, como el nombre del recurso de 
Amazon (ARN) de la canalización y el ARN del rol. También puedes editar la descripción 
de la canalización desde esta página.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Canalizaciones en el menú.
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4. Para reducir la lista de canalizaciones por nombre, introduzca un nombre de canalización 
total o parcial en el campo de búsqueda.

5. Seleccione un nombre de canalización para ver los detalles de la canalización. Se abre 
la pestaña de detalles de la canalización y muestra una lista de las ejecuciones de la 
canalización. Puede iniciar una ejecución o elegir una de las otras pestañas para obtener 
más información sobre la canalización. Utilice el icono de Inspector de propiedades

( ) 
para elegir qué columnas mostrar.

6. En la página de detalles de la canalización, seleccione una de las siguientes pestañas para 
ver los detalles de la canalización:

• Ejecuciones: detalles sobre las ejecuciones. Puede crear una ejecución desde esta 
pestaña o desde la pestaña Gráfico.

• Gráfico: el DAG de la canalización.

• Parámetros: incluye el estado de aprobación del modelo.

• Configuración: los metadatos asociados a la canalización. Puede descargar el archivo de 
definición de la canalización y editar el nombre y la descripción de la canalización desde 
esta pestaña.

Ver la ejecución de una canalización

Este procedimiento le muestra cómo ver la ejecución de una canalización. Para obtener información 
sobre cómo ver una lista de ejecuciones en proceso y cómo utilizar la SageMaker búsqueda para 
restringir las ejecuciones de la lista, consulteVer una canalización.

Para ver la ejecución de una canalización en la consola de Amazon SageMaker Studio, complete los 
siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Pipelines.

3. (Opcional) Para filtrar la lista de tuberías por nombre, introduzca un nombre de tubería 
completo o parcial en el campo de búsqueda.
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4. Seleccione un nombre de canalización para ver los detalles de la canalización. Se abre 
la página de ejecuciones de la canalización y muestra una lista de las ejecuciones de la 
canalización.

5. Seleccione el nombre de la ejecución de una canalización que desee ver. Aparece el gráfico 
de canalización de la ejecución.

6. (Opcional) Seleccione un paso en el menú desplegable Seleccionar paso situado a la 
derecha del gráfico para centrarlo en el paso elegido. Utilice los iconos de cambio de tamaño 
de la parte inferior derecha del gráfico para acercar y alejar el gráfico, ajustar el gráfico a la 
pantalla y ampliarlo a pantalla completa. Para centrarse en una parte específica del gráfico, 
puede seleccionar un área en blanco del gráfico y arrastrar el gráfico para centrarlo en esa 
área.

7. Elige uno de los pasos de la canalización en el gráfico para ver los detalles del paso. Puede 
ver los detalles de la ejecución de los pasos en las siguientes pestañas:

Amazon SageMaker Model Building Pipelines 5087



Amazon SageMaker Guía para desarrolladores

• Descripción general: detalles relacionados con la ejecución del paso, incluidos el estado 
y el tiempo de ejecución, las métricas y los gráficos relacionados y las ubicaciones de los 
archivos de las garantías de salida.

• Configuración: parámetros y valores relacionados con el paso de la canalización, tal y 
como se define en la definición de JSON del paso. Incluye scripts de entrada y conjuntos 
de datos.

• Detalles: información general sobre el paso, incluido el tipo de paso (como el 
procesamiento o el entrenamiento) y las ubicaciones de los archivos de registro.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Canalizaciones en el menú.

4. Para reducir la lista de canalizaciones por nombre, introduzca un nombre de canalización 
total o parcial en el campo de búsqueda.

5. Seleccione un nombre de tubería. Se abre la página de ejecuciones de la canalización.

6. En la página Ejecuciones, seleccione un nombre de ejecución para ver los detalles de la 
ejecución. Se abre la pestaña de detalles de la ejecución y muestra un gráfico de pasos de la 
canalización.

7. Para buscar un paso por nombre, escriba los caracteres que coincidan con el nombre de un 
paso en el campo de búsqueda. Utilice los iconos de cambio de tamaño de la parte inferior 
derecha del gráfico para acercar y alejar el gráfico, ajustar el gráfico a la pantalla y ampliarlo 
a pantalla completa. Para centrarse en una parte específica del gráfico, puede seleccionar un 
área en blanco del gráfico y arrastrar el gráfico para centrarlo en esa área.
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8. Elige uno de los pasos de la canalización en el gráfico para ver los detalles del paso. En la 
captura de pantalla anterior, se elige un paso de entrenamiento y se muestran las siguientes 
pestañas:

• Entrada: las entradas de entrenamiento. Si un origen de entrada proviene de Amazon 
Simple Storage Service (Amazon S3), elija el enlace para ver el archivo en la consola de 
Amazon S3.

• Salida: las salidas del entrenamiento, como las métricas, los gráficos, los archivos y el 
resultado de la evaluación. Los gráficos se generan mediante las API de Tracker.

• Registros: los CloudWatch registros de Amazon producidos por el paso.

• Información: los parámetros y metadatos asociados al paso.
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Descargue una definición de canalización

Puedes descargar una definición de canalización en la consola de Amazon SageMaker Studio. Para 
descargar una definición de canalización, complete los siguientes pasos en función de si usa Studio 
o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Pipelines.

3. (Opcional) Para filtrar la lista de tuberías por nombre, introduzca un nombre de tubería 
completo o parcial en el campo de búsqueda.

4. Seleccione un nombre de tubería. Se abre la página Ejecuciones y muestra una lista de las 
ejecuciones de canalización.

5. Permanezca en la página de ejecuciones o seleccione la página de gráficos, información
o parámetros situada a la izquierda de la tabla de ejecuciones de canalización. Puedes 
descargar la definición de la canalización desde cualquiera de estas páginas.

6. En la parte superior derecha de la página, selecciona los puntos suspensivos verticales y 
selecciona Descargar la definición de canalización (JSON).
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Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Canalizaciones en el menú.

4. Para reducir la lista de canalizaciones por nombre, introduzca un nombre de canalización 
total o parcial en el campo de búsqueda.

5. Seleccione un nombre de tubería.

6. Elija la pestaña Settings.

7. Seleccione Descargar el archivo de definición de canalización.

Vea las entidades experimentales creadas por SageMaker canalizaciones

Note

SageMaker Los experimentos son una función que solo se proporciona en Studio Classic.

Al crear una canalización y especificar pipeline_experiment_config, SageMaker Pipelines crea las 
siguientes entidades de SageMaker Experiments de forma predeterminada si no existen:

• Un experimento para la canalización

• Un grupo de ejecución para cada ejecución de la canalización

• Una ejecución para cada trabajo creado en un paso de la canalización SageMaker

Para obtener información sobre cómo se integran los experimentos con las canalizaciones, 
consulteIntegración de Amazon SageMaker Experiments. Para obtener más información sobre 
SageMaker los experimentos, consulteGestione el aprendizaje automático con Amazon SageMaker 
Experiments.

Puede acceder a la lista de ejecuciones asociadas a una canalización desde la lista de ejecuciones 
de la canalización o desde la lista de experimentos.

Para ver la lista de ejecuciones desde la lista de ejecuciones de la canalización
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1. Para ver la lista de ejecuciones en proceso, siga los cinco primeros pasos de la pestaña Studio 
Classic deVer una canalización.

2. En la parte superior derecha de la pantalla, elija el icono de Filtro

( ).

3. Elige Experimentar. Si la integración del experimento no estaba desactivada cuando se creó la 
canalización, se muestra el nombre del experimento en la lista de ejecuciones.

Note

La integración de los experimentos se introdujo en la versión 2.41.0 del SDK de Amazon
Python SageMaker . Las canalizaciones creadas con una versión anterior del SDK no se 
integran con los experimentos de forma predeterminada.

4. Seleccione el experimento que prefiera para ver los grupos de ejecuciones y las ejecuciones 
relacionadas con ese experimento.

Para ver la lista de ejecuciones de la lista de experimentos

1. En la barra lateral izquierda de Studio Classic, selecciona el icono de inicio ().

2. Seleccione Experimentos en el menú.

3. Utilice la barra de búsqueda o el icono de Filtro

( ) 
para filtrar la lista y ver los experimentos creados por una canalización.

4. Abra el nombre de un experimento y consulte una lista de las ejecuciones creadas por la 
canalización.

Iniciar (y detener) una ejecución en canalización

Puede iniciar y detener la ejecución de una canalización en la consola de Amazon SageMaker 
Studio. Para obtener información sobre cómo ver una lista de las ejecuciones de canalizaciones, 
consulteVer una canalización.

Para iniciar y detener la ejecución de una canalización en la consola de Amazon SageMaker Studio, 
complete los siguientes pasos en función de si utiliza Studio o Studio Classic.

Amazon SageMaker Model Building Pipelines 5092

https://sagemaker.readthedocs.io


Amazon SageMaker Guía para desarrolladores

Studio

Para iniciar la ejecución de una canalización

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Pipelines.

3. (Opcional) Para filtrar la lista de tuberías por nombre, introduzca un nombre de tubería 
completo o parcial en el campo de búsqueda.

4. Seleccione un nombre de tubería. Se abre la página Ejecuciones y muestra una lista de las 
ejecuciones de canalización.

5. Puede crear una ejecución desde las páginas de ejecuciones o de gráficos. Para crear una 
ejecución desde la página Ejecuciones, seleccione Crear. Para crear una ejecución desde la 
página de gráficos, seleccione Gráfica en la parte izquierda de la tabla de ejecuciones y, a 
continuación, Crear ejecución en la parte superior derecha del DAG.

6. Ingrese o actualice la siguiente información obligatoria:

• Nombre: un nombre exclusivo de su cuenta en la AWS región.

• Descripción: una descripción opcional para la ejecución.

• ProcessingInstanceType— El tipo de instancia Amazon EC2 que se utilizará para el trabajo 
de procesamiento.

• TrainingInstanceType— El tipo de instancia Amazon EC2 que se utilizará para el trabajo de 
formación

• InputData— El URI de Amazon S3 de los datos de entrada.

• PreprocessScript— El URI de Amazon S3 del script de preprocesamiento.

• EvaluateScript— El URI de Amazon S3 del script de evaluación del modelo.

• AccuracyConditionThreshold— El umbral de precisión del modelo que se debe alcanzar 
para registrar el modelo en el registro.

• ModelGroup— El registro en el que se inscribirá el modelo.

• MaximumParallelTrainingJobs— El número máximo de trabajos de formación que se 
pueden ejecutar en paralelo.

• MaximumTrainingJobs— El número máximo de trabajos de formación que se pueden 
ejecutar.

7. Seleccione Crear.
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Para detener la ejecución de una canalización

1. En el panel de navegación izquierdo, selecciona Canalizaciones.

2. (Opcional) Para filtrar la lista de tuberías por nombre, introduzca un nombre de tubería 
completo o parcial en el campo de búsqueda.

3. Seleccione un nombre de tubería. Se abre la página Ejecuciones y muestra una lista de las 
ejecuciones de canalización.

4. Seleccione la ejecución que desee detener.

5. Elija Detener.

Para reanudar la ejecución de una canalización detenida

1. En el panel de navegación izquierdo, selecciona Canalizaciones.

2. (Opcional) Para filtrar la lista de tuberías por nombre, introduzca un nombre de tubería 
completo o parcial en el campo de búsqueda.

3. Seleccione un nombre de tubería. Se abre la página Ejecuciones y muestra una lista de las 
ejecuciones de canalización.

4. Seleccione la ejecución que desee reanudar.

5. Elija Reanudar.

Studio Classic

Para iniciar, detener o reanudar la ejecución de una canalización

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Canalizaciones en el menú.

4. Para reducir la lista de canalizaciones por nombre, introduzca un nombre de canalización 
total o parcial en el campo de búsqueda.

5. Seleccione un nombre de tubería.

6. En la pestaña Ejecuciones o Gráfico de la lista de ejecuciones, elija Crear ejecución.

7. Ingrese o actualice la siguiente información obligatoria:
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• Name: el nombre debe ser único para su cuenta en la región de AWS.

• ProcessingInstanceCount— El número de instancias que se van a utilizar para el 
procesamiento.

• ModelApprovalStatus— Para su comodidad.

• InputDataUrl— El URI de Amazon S3 de los datos de entrada.

8. Elija Iniciar.

• Para ver los detalles de la ejecución o detenerla, seleccione Ver detalles en el banner de 
estado.

• Para detener la ejecución, elija Detener en el banner de estado.

• Para reanudar la ejecución desde donde se detuvo, elija Reanudar en el banner de estado.

Note

Si la canalización produce un error, el banner de estado mostrará el estado Error. Tras 
solucionar el error del paso, elija Reintentar en el banner de estado para reanudar la 
ejecución de la canalización a partir de ese paso.

Para obtener una lista de los modelos registrados, consulte Automatice los MLOP con proyectos 
SageMaker .

Rastree el linaje de una canalización de aprendizaje SageMaker automático

En este tutorial, utilizará Amazon SageMaker Studio para realizar un seguimiento del linaje de una 
canalización de Amazon SageMaker ML.

La canalización se creó con el cuaderno Orchestrating Jobs with Amazon SageMaker Model Building 
Pipelines en el repositorio de  SageMaker ejemplos GitHub de Amazon. Para obtener información 
detallada sobre cómo se creó la canalización, consulte Definición de una canalización .

El seguimiento del linaje de Studio se centra en torno a un gráfico acíclico dirigido (DAG). El DAG 
representa los pasos de la canalización. Desde el DAG, es posible realizar un seguimiento del linaje 
desde cualquier paso hasta cualquier otro paso. En el siguiente diagrama se muestran los pasos de 
la canalización. Estos pasos aparecen como un DAG en Studio.
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Para realizar un seguimiento del linaje de una canalización en la consola de Amazon SageMaker 
Studio, complete los siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

Para hacer el seguimiento del linaje de una canalización

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Pipelines.

3. (Opcional) Para filtrar la lista de tuberías por nombre, introduzca un nombre de tubería 
completo o parcial en el campo de búsqueda.

4. En la columna Nombre, seleccione un nombre de tubería para ver los detalles de la tubería. 
Se abre la página de ejecuciones de la canalización y muestra una lista de las ejecuciones 
de la canalización.

5. En la columna Nombre de la tabla Ejecuciones, seleccione el nombre de la ejecución de la 
canalización que desee ver.

6. En la parte superior derecha de la página de ejecuciones, selecciona los puntos suspensivos 
verticales y selecciona Descargar la definición de canalización (JSON). Puede ver el archivo 
para ver cómo se definió el gráfico de la canalización.

7. Utilice los iconos de cambio de tamaño de la parte inferior derecha del gráfico para acercar 
y alejar el gráfico, ajustarlo a la pantalla o ampliarlo a pantalla completa. Para centrarse en 
una parte específica del gráfico, puede seleccionar un área en blanco del gráfico y arrastrar 
el gráfico para centrarlo en esa área. El recuadro de la parte inferior derecha del gráfico 
muestra el lugar donde se encuentra en el gráfico.

La siguiente imagen muestra un ejemplo de gráfico de canalización con iconos insertados 
y de cambio de tamaño. Además, las pestañas situadas a la derecha del gráfico contienen 
información detallada sobre la ejecución del proceso.
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8. Para ver tus conjuntos de datos de entrenamiento, validación y prueba, sigue estos pasos:

a. Elige el paso de procesamiento en el gráfico de tu canalización.

b. En la pestaña Descripción general, en la sección Archivos, busque las rutas de Amazon 
S3 a los conjuntos de datos de entrenamiento, validación y prueba.

9. Para ver los artefactos del modelo, complete los siguientes pasos:

a. Elija el paso de formación en el gráfico de su proceso.

b. En la pestaña Descripción general, en la sección Archivos, busque las rutas de Amazon 
S3 al artefacto modelo.

10. Para encontrar el ARN del paquete modelo, complete los siguientes pasos:

a. Elija el paso de registro del modelo (RegisterModel).

b. En la pestaña Descripción general, en la sección Archivos, busque el ARN del paquete 
del modelo.
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Studio Classic

Para hacer el seguimiento del linaje de una canalización

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En la barra lateral de la izquierda de Studio, elija el icono de Inicio

( ).

3. En el menú, seleccione Canalizaciones.

4. Puede utilizar el cuadro Búsqueda para filtrar la lista de canalizaciones.

5. Elija la AbalonePipeline canalización para ver la lista de ejecuciones y otros detalles 
sobre la canalización.

6. Elija el icono de Inspector de propiedades

( ) 
en la barra lateral derecha para abrir el panel PROPIEDADES DE LA TABLA, donde puede 
elegir qué propiedades desea ver.

7. Elija la pestaña Configuración y, a continuación, elija Descargar el archivo de definición de la 
canalización. Puede ver el archivo para ver cómo se definió el gráfico de la canalización.

8. En la pestaña Ejecución, seleccione la primera fila de la lista de ejecuciones para ver su 
gráfico de ejecución y otros detalles sobre la ejecución. Tenga en cuenta que el gráfico 
coincide con el diagrama que se muestra al principio del tutorial.

Utilice los iconos de cambio de tamaño de la parte inferior derecha del gráfico para acercarlo 
y alejarlo, ajustarlo a la pantalla o ampliarlo a pantalla completa. Para centrarse en una parte 
específica del gráfico, puede seleccionar un área en blanco del gráfico y arrastrar el gráfico 
para centrarlo en esa área. El recuadro de la parte inferior derecha del gráfico muestra el 
lugar donde se encuentra en el gráfico.
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9. En la pestaña Gráfico, elija el paso AbaloneProcess para ver los detalles del paso.

10. Busque las rutas de Amazon S3 a los conjuntos de datos de entrenamiento, validación y 
prueba en la pestaña Salida, en Archivos.

Note

Para obtener las rutas completas, haga clic con el botón derecho en la ruta y, a 
continuación, elija Copiar el contenido de la celda.

s3://sagemaker-eu-west-1-acct-id/sklearn-abalone-
process-2020-12-05-17-28-28-509/output/train
s3://sagemaker-eu-west-1-acct-id/sklearn-abalone-
process-2020-12-05-17-28-28-509/output/validation
s3://sagemaker-eu-west-1-acct-id/sklearn-abalone-
process-2020-12-05-17-28-28-509/output/test

11. Elija el paso AbaloneTrain.
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12. Busque la ruta de Amazon S3 al artefacto del modelo en la pestaña Salida, en Archivos:

s3://sagemaker-eu-west-1-acct-id/AbaloneTrain/pipelines-6locnsqz4bfu-
AbaloneTrain-NtfEpI0Ahu/output/model.tar.gz

13. Elija el paso AbaloneRegisterModel.

14. Busque el ARN del paquete de modelos en la pestaña Salida, en Archivos:

arn:aws:sagemaker:eu-west-1:acct-id:model-package/abalonemodelpackagegroupname/2

Orquestación de Kubernetes

Puede organizar sus trabajos de SageMaker formación e inferencia con SageMaker Operators 
for Kubernetes y Components for Kubeflow Pipelines. SageMaker SageMaker Los operadores de 
Kubernetes facilitan a los desarrolladores y científicos de datos el uso de Kubernetes para entrenar, 
ajustar e implementar modelos de aprendizaje automático (ML) en ellos. SageMaker SageMaker 
Los componentes de Kubeflow Pipelines te permiten trasladar tus tareas de procesamiento de 
datos y formación del clúster de Kubernetes al servicio gestionado optimizado para el aprendizaje 
automático. SageMaker

Contenido

• SageMaker Operadores para Kubernetes

• SageMaker Componentes para las canalizaciones de Kubeflow

SageMaker Operadores para Kubernetes

SageMaker Los operadores de Kubernetes facilitan a los desarrolladores y científicos de datos el 
uso de Kubernetes para entrenar, ajustar e implementar modelos de aprendizaje automático (ML) 
en ellos. SageMaker Puede instalar estos SageMaker operadores en su clúster de Kubernetes en 
Amazon Elastic Kubernetes Service (Amazon EKS SageMaker ) para crear trabajos de forma nativa 
mediante la API de Kubernetes y las herramientas de Kubernetes de línea de comandos, como.
kubectl Esta guía muestra cómo configurar y usar los operadores para ejecutar el entrenamiento 
de modelos, el ajuste de hiperparámetros o la inferencia (en tiempo real y por lotes) desde un clúster 
de Kubernetes. SageMaker Los procedimientos y directrices de este capítulo dan por sentado que 
está familiarizado con Kubernetes y sus comandos básicos.
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Important

Vamos a detener el desarrollo y el soporte técnico de la versión original de Operators for 
Kubernetes. SageMaker
Si actualmente utilizas la versión v1.2.2 o anterior de  SageMaker Operators for 
Kubernetes, te recomendamos migrar tus recursos al controlador de servicios ACK
para Amazon. SageMaker El controlador de servicios ACK es una nueva generación de 
SageMaker operadores para Kubernetes basada en Controllers for Kubernetes (ACK). AWS
Para obtener información sobre los pasos de migración, consulte Migrar recursos a los 
operadores más recientes.
Para obtener respuestas a las preguntas frecuentes sobre la finalización del soporte de la 
versión original de Operators for Kubernetes, consulte SageMaker Anunciamos el fin del 
soporte de la versión original de SageMaker Operators for Kubernetes

Note

El uso de estos operadores no supone ningún cargo adicional. Se le cobrará por cualquier 
SageMaker recurso que utilice a través de estos operadores.

¿Qué es un operador?

Un operador de Kubernetes es un controlador de aplicaciones que administra las aplicaciones 
en nombre de un usuario de Kubernetes. Los controladores del plano de control incluyen varios 
bucles de control que escuchan a un administrador de estado central (ETCD) para regular el 
estado de la aplicación que controlan. Algunos ejemplos de estas aplicaciones incluyen la C loud-
controller-manager ykube-controller-manager. Los operadores suelen proporcionar una 
abstracción de mayor nivel que la API de Kubernetes sin procesar, lo que facilita a los usuarios 
la implementación y la administración de las aplicaciones. Para agregar nuevas capacidades a 
Kubernetes, los desarrolladores pueden ampliar la API de Kubernetes mediante la creación de 
un recurso personalizado que contenga la lógica y los componentes específicos de la aplicación 
o del dominio. Los operadores de Kubernetes permiten a los usuarios invocar estos recursos 
personalizados de forma nativa y automatizar los flujos de trabajo asociados.
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¿Cómo funcionan los controladores de AWS para Kubernetes (ACK)?

Los SageMaker operadores para Kubernetes le permiten administrar los trabajos SageMaker desde 
su clúster de Kubernetes. La última versión de SageMaker Operators for Kubernetes se basa en 
Controllers for Kubernetes (ACK). AWS ACK incluye un tiempo de ejecución de controlador común, 
un generador de código y un conjunto de controladores AWS específicos del servicio, uno de los 
cuales es el controlador. SageMaker

El siguiente diagrama ilustra cómo funciona ACK.

En este diagrama, un usuario de Kubernetes quiere realizar un entrenamiento con modelos 
desde el clúster de Kubernetes mediante la API SageMaker de Kubernetes. El usuario hace una 
llamada a y le envía un archivo que describe un kubectl apply recurso personalizado de 
Kubernetes que describe el trabajo de formación. SageMaker kubectl applypasa este archivo, 
denominado manifiesto, al servidor API de Kubernetes que se ejecuta en el nodo del controlador 
de Kubernetes (paso 1 del diagrama de flujo de trabajo). El servidor de la API de Kubernetes recibe 
el manifiesto con la especificación del trabajo de SageMaker formación y determina si el usuario 
tiene permisos para crear un tipo de recurso personalizado y si el recurso personalizado tiene el
sageMaker.services.k8s.aws/TrainingJob formato correcto (paso 2). Si el usuario está 
autorizado y el recurso personalizado es válido, el servidor de API de Kubernetes escribe (paso 3) 
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el recurso personalizado en su almacén de datos etcd y, a continuación, responde (paso 4) al 
usuario diciéndole que se ha creado el recurso personalizado. El SageMaker controlador, que se 
ejecuta en un nodo de trabajo de Kubernetes en el contexto de un pod de Kubernetes normal, 
recibe una notificación (paso 5) de que se ha creado un nuevo recurso personalizado de este tipo.
sageMaker.services.k8s.aws/TrainingJob A continuación, el SageMaker controlador 
se comunica (paso 6) con la SageMaker API y llama a la SageMaker CreateTrainingJob API 
para crear el trabajo de formación. AWS Tras comunicarse con la SageMaker API, el SageMaker 
controlador llama al servidor de la API de Kubernetes para actualizar (paso 7) el estado del recurso 
personalizado con la información que ha recibido. SageMaker Por lo tanto, el SageMaker controlador 
proporciona a los desarrolladores la misma información que la que habrían recibido con el SDK. 
AWS

Información general de los permisos

Los operadores acceden a SageMaker los recursos en su nombre. El rol de IAM que asume el 
operador para interactuar con los recursos de AWS es distinto de las credenciales que se utilizan 
para acceder al clúster de Kubernetes. El rol también difiere del rol que AWS asume al ejecutar los 
trabajos de machine learning.

La siguiente imagen explica las distintas capas de autenticación.
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Operadores más recientes SageMaker para Kubernetes

Esta sección se basa en la última versión de SageMaker Operators for Kubernetes que utilizan 
Controllers for Kubernetes (ACK). AWS
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Important

Si actualmente utilizas la versión v1.2.2 o anterior de  SageMaker Operators for 
Kubernetes, te recomendamos migrar tus recursos al controlador de servicios ACK
para Amazon. SageMaker El controlador de servicios ACK es una nueva generación de 
SageMaker operadores para Kubernetes basada en Controllers for Kubernetes (ACK). AWS
Para obtener información sobre los pasos de migración, consulte Migrar recursos a los 
operadores más recientes.
Para obtener respuestas a las preguntas frecuentes sobre la finalización del soporte de la 
versión original de Operators for Kubernetes, consulte SageMaker Anunciamos el fin del 
soporte de la versión original de SageMaker Operators for Kubernetes

La última versión de SageMaker Operators for Kubernetes se basa en AWS Controllers for 
Kubernetes (ACK), un marco para crear controladores personalizados de Kubernetes en los que 
cada controlador se comunica con una API de servicio. AWS Estos controladores permiten a los 
usuarios de Kubernetes aprovisionar recursos de AWS, como bases de datos o colas de mensajes, 
mediante la API de Kubernetes.

Sigue los siguientes pasos para instalar y usar ACK para entrenar, ajustar e implementar modelos de 
aprendizaje automático con Amazon SageMaker.

Contenido

• Instale SageMaker Operators para Kubernetes

• Usa operadores para Kubernetes SageMaker

• Referencia

Instale SageMaker Operators para Kubernetes

Para configurar la última versión disponible de SageMaker Operators for Kubernetes, consulte la 
sección Configuración de Machine Learning with the ACK Controller. SageMaker

Usa operadores para Kubernetes SageMaker

Para ver un tutorial sobre cómo entrenar un modelo de aprendizaje automático con el controlador de 
servicio ACK para Amazon SageMaker mediante Amazon EKS, consulte Machine Learning with the 
ACK SageMaker Controller.

Orquestación de Kubernetes 5105

https://github.com/aws/amazon-sagemaker-operator-for-k8s/tree/master
https://github.com/aws/amazon-sagemaker-operator-for-k8s/tree/master
https://github.com/aws-controllers-k8s/sagemaker-controller
https://aws-controllers-k8s.github.io/community/
https://aws-controllers-k8s.github.io/community/
https://github.com/aws-controllers-k8s/sagemaker-controller
https://github.com/aws-controllers-k8s/sagemaker-controller
https://aws-controllers-k8s.github.io/community/
https://aws-controllers-k8s.github.io/community/docs/tutorials/sagemaker-example/#setup
https://aws-controllers-k8s.github.io/community/docs/tutorials/sagemaker-example/
https://aws-controllers-k8s.github.io/community/docs/tutorials/sagemaker-example/


Amazon SageMaker Guía para desarrolladores

Para ver un ejemplo de escalado automático, consulte Escalar SageMaker cargas de trabajo con 
Application Auto Scaling.

Referencia

Consulte también el  SageMaker GitHub repositorio del controlador de servicio ACK para Amazon o 
lea la documentación de AWSControllers for Kubernetes.

Operadores antiguos SageMaker para Kubernetes

Esta sección se basa en la versión original de SageMaker Operators for Kubernetes.

Important

Vamos a detener el desarrollo y el soporte técnico de la versión original de  SageMaker 
Operators for Kubernetes.
Si actualmente utilizas la versión v1.2.2 o anterior de  SageMaker Operators for 
Kubernetes, te recomendamos migrar tus recursos al controlador de servicios ACK
para Amazon. SageMaker El controlador de servicios ACK es una nueva generación de 
SageMaker operadores para Kubernetes basada en Controllers for Kubernetes (ACK). AWS
Para obtener información sobre los pasos de migración, consulte Migrar recursos a los 
operadores más recientes.
Para obtener respuestas a las preguntas frecuentes sobre la finalización del soporte de la 
versión original de Operators for Kubernetes, consulte SageMaker Anunciamos el fin del 
soporte de la versión original de SageMaker Operators for Kubernetes

Contenido

• Instale Operators para Kubernetes SageMaker

• Usa Amazon SageMaker Jobs

• Migrar recursos a los operadores más recientes

• Anunciamos el fin del soporte de la versión original de SageMaker Operators for Kubernetes

Instale Operators para Kubernetes SageMaker

Siga los siguientes pasos para instalar y usar SageMaker Operators for Kubernetes para entrenar, 
ajustar e implementar modelos de aprendizaje automático con Amazon. SageMaker
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Contenido

• Configuración basada en roles de IAM e implementación de operadores

• Eliminar recursos

• Eliminación de operadores

• Solución de problemas

• Imágenes y SMLlogs en cada región

Configuración basada en roles de IAM e implementación de operadores

En las siguientes secciones se describen los pasos para configurar e implementar la versión original 
del operador.

Warning

Recordatorio: los siguientes pasos no instalan la versión más reciente de SageMaker 
Operators for Kubernetes. Para instalar los nuevos SageMaker operadores basados en ACK 
para Kubernetes, consulte. Operadores más recientes SageMaker para Kubernetes

Requisitos previos

En esta guía se supone que se han completado los siguientes requisitos previos:

• Ha instalado las siguientes herramientas en el equipo cliente utilizado para acceder al clúster de 
Kubernetes:
• Versión 1.13 o posterior de kubectl. Use una versión de kubectl con una diferencia 

de versión de menos de un número que el plano de control del clúster de Amazon EKS. 
Por ejemplo, un cliente de kubectl 1.13 debe funcionar con los clústeres 1.13 y 1.14 de 
Kubernetes. Las versiones anteriores a la 1.13 no son compatibles con OpenID Connect (OIDC).

• Versión 0.7.0 o posterior de eksctl.
• Versión 1.16.232 o posterior de AWS CLI.
• Versión 3.0 o posterior de Helm (opcional).
• aws-iam-authenticator

• Tiene permisos para crear un rol de IAM y asociar políticas a los roles.
• Ha creado un clúster de Kubernetes en el que ejecutar los operadores. Debe ser la versión 1.13 

o 1.14 de Kubernetes. Para la creación automática de clústeres mediante eksctl, consulte
Introducción a eksctl. La provisión del clúster puede tardar de 20 a 30 minutos.
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Implementación basada en clústeres

Antes de poder implementar su operador mediante un rol de IAM, asocie un proveedor de 
identidades (IdP) de OpenID Connect (OIDC) a su rol para autenticarse en el servicio de IAM.

Creación de un proveedor de OIDC para su clúster

Las siguientes instrucciones muestran cómo crear y asociar un proveedor de OIDC a su clúster de 
Amazon EKS.

1. Establezca las variables local, CLUSTER_NAME, y de entorno, AWS_REGION, de la siguiente 
manera:

# Set the Region and cluster
export CLUSTER_NAME="<your cluster name>"
export AWS_REGION="<your region>"

2. Utilice el siguiente comando para asociar el proveedor de OIDC con el clúster. Para obtener más 
información, consulte Enabling IAM Roles for Service Accounts on your Cluster.

eksctl utils associate-iam-oidc-provider --cluster ${CLUSTER_NAME} \ 
      --region ${AWS_REGION} --approve

El resultado debería tener el siguiente aspecto:

[_]  eksctl version 0.10.1 
  [_]  using region us-east-1 
  [_]  IAM OpenID Connect provider is associated with cluster "my-cluster" in "us-
east-1"

Ahora que el clúster tiene un proveedor de identidades OIDC, puedes crear un rol y dar permiso a 
ServiceAccount Kubernetes para que lo asuma.

Obtención del ID de OIDC

Para configurarlo ServiceAccount, obtén la URL del emisor del OIDC mediante el siguiente comando:

aws eks describe-cluster --name ${CLUSTER_NAME} --region ${AWS_REGION} \ 
      --query cluster.identity.oidc.issuer --output text
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El comando devuelve una URL similar a la siguiente:

https://oidc.eks.${AWS_REGION}.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

En esta URL, el valor D48675832CA65BD10A532F597OIDCID es el ID de OIDC. El ID de OIDC del 
clúster es diferente. Necesita este valor de ID de OIDC para crear un rol.

Si la salida es None, significa que la versión de su cliente es antigua. Para solucionar este problema, 
ejecute el siguiente comando:

aws eks describe-cluster --region ${AWS_REGION} --query cluster --name ${CLUSTER_NAME} 
 --output text | grep OIDC

La URL de OIDC se devuelve de la siguiente manera:

OIDC https://oidc.eks.us-east-1.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

Creación de un rol de IAM

1. Cree un archivo con un nombre trust.json e inserte en él el siguiente bloque de códigos de 
relación de confianza. Asegúrese de reemplazar todos los marcadores de posición <OIDC ID>,
<AWS account number> y <EKS Cluster region> por los valores correspondientes a su 
clúster.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
      { 
        "Effect": "Allow", 
        "Principal": { 
          "Federated": "arn:aws:iam::<AWS account number>:oidc-provider/
oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>" 
        }, 
        "Action": "sts:AssumeRoleWithWebIdentity", 
        "Condition": { 
          "StringEquals": { 
            "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:aud": 
 "sts.amazonaws.com", 
            "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:sub": 
 "system:serviceaccount:sagemaker-k8s-operator-system:sagemaker-k8s-operator-
default" 
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          } 
        } 
      } 
    ] 
  }

2. Ejecute el siguiente comando para crear un rol con la relación de confianza definida en
trust.json. Este rol permite que el clúster de Amazon EKS obtenga y actualice las 
credenciales de IAM.

aws iam create-role --region ${AWS_REGION} --role-name <role name> --assume-role-
policy-document file://trust.json --output=text

El resultado debería tener el siguiente aspecto:

ROLE    arn:aws:iam::123456789012:role/my-role 2019-11-22T21:46:10Z    /       
 ABCDEFSFODNN7EXAMPLE   my-role
ASSUMEROLEPOLICYDOCUMENT        2012-10-17
STATEMENT       sts:AssumeRoleWithWebIdentity   Allow
STRINGEQUALS    sts.amazonaws.com       system:serviceaccount:sagemaker-k8s-
operator-system:sagemaker-k8s-operator-default
PRINCIPAL       arn:aws:iam::123456789012:oidc-provider/oidc.eks.us-
east-1.amazonaws.com/id/

Tome nota de ROLE ARN; pasará este valor a su operador.

Adjunte la AmazonSageMakerFullAccess política al rol

Para dar acceso al rol SageMaker, adjunte la AmazonSageMakerFullAccesspolítica. Si desea limitar 
los permisos al operador, puede crear su propia política personalizada y asociarla.

Para asociar AmazonSageMakerFullAccess, ejecute el siguiente comando:

aws iam attach-role-policy --role-name <role name>  --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess

Los Kubernetes ServiceAccount sagemaker-k8s-operator-default deben tener permisos.
AmazonSageMakerFullAccess Confirme esto cuando instale el operador.
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Implementación del operador

Al implementar el operador, puede usar un archivo YAML o gráficos de Helm.

Implementación del operador mediante YAML

Es la forma más sencilla de implementar los operadores. El proceso es el siguiente:

1. Descargue el script del instalador mediante el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/release/rolebased/installer.yaml

2. Edite el archivo installer.yaml para reemplazar eks.amazonaws.com/role-arn. 
Reemplace el ARN por el nombre de recurso de Amazon (ARN) para el rol basado en OIDC que 
ha creado.

3. Utilice el siguiente comando para implementar el clúster:

kubectl apply -f installer.yaml

Implementación del operador mediante gráficos de Helm

Utilice el gráfico de Helm suministrado para instalar el operador.

1. Clone el directorio del instalador de Helm mediante el siguiente comando:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Vaya a la carpeta amazon-sagemaker-operator-for-k8s/hack/charts/installer. 
Edite el archivo rolebased/values.yaml, que incluye parámetros de alto nivel para el 
gráfico. Reemplace el ARN del rol por el nombre de recurso de Amazon (ARN) para el rol 
basado en OIDC que ha creado.

3. Instale el gráfico de Helm mediante el siguiente comando:

kubectl create namespace sagemaker-k8s-operator-system 
  helm install --namespace sagemaker-k8s-operator-system sagemaker-operator 
 rolebased/
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Si decide instalar el operador en un espacio de nombres distinto del especificado, tendrá que 
ajustar el espacio de nombres definido en el archivo trust.json de rol de IAM para que 
coincida.

4. Transcurrido un momento, el gráfico se instala con un nombre generado aleatoriamente. Ejecute 
el siguiente comando para comprobar que se ha instalado correctamente:

helm ls

El resultado debería tener el siguiente aspecto:

NAME                    NAMESPACE                       REVISION        UPDATED    
                              STATUS          CHART                           APP 
 VERSION 
  sagemaker-operator      sagemaker-k8s-operator-system   1              
  2019-11-20 23:14:59.6777082 +0000 UTC   deployed        sagemaker-k8s-
operator-0.1.0

Verificación de la implementación del operador

1. Deberías poder ver las definiciones de recursos SageMaker personalizadas (CRD) de cada 
operador implementado en tu clúster ejecutando el siguiente comando:

kubectl get crd | grep sagemaker

El resultado debería tener el siguiente aspecto:

batchtransformjobs.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
endpointconfigs.sagemaker.aws.amazon.com            2019-11-20T17:12:34Z
hostingdeployments.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
hyperparametertuningjobs.sagemaker.aws.amazon.com   2019-11-20T17:12:34Z
models.sagemaker.aws.amazon.com                     2019-11-20T17:12:34Z
trainingjobs.sagemaker.aws.amazon.com               2019-11-20T17:12:34Z

2. Asegúrese de que el pod del operador se esté ejecutando correctamente. Utilice el siguiente 
comando para enumerar todos los pods.

kubectl -n sagemaker-k8s-operator-system get pods
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Debería ver un pod denominado sagemaker-k8s-operator-controller-manager-*****
en el espacio de nombres sagemaker-k8s-operator-system, como sigue:

NAME                                                         READY   STATUS    
 RESTARTS   AGE
sagemaker-k8s-operator-controller-manager-12345678-r8abc     2/2     Running   0    
       23s

Implementación en el ámbito del espacio de nombres

Tiene la opción de instalar el operador dentro del ámbito de un espacio de nombres de Kubernetes 
individual. En este modo, el controlador solo supervisa y concilia los recursos SageMaker si los 
recursos se crean dentro de ese espacio de nombres. Esto permite un control más preciso sobre 
qué controlador administra qué recursos. Esto resulta útil para realizar implementaciones en varias 
cuentas de AWS o para controlar qué usuarios tienen acceso a determinados trabajos.

Esta guía describe cómo instalar un operador en un espacio de nombres específico y predefinido. 
Para implementar un controlador en un segundo espacio de nombres, siga la guía de principio a fin y 
cambie el espacio de nombres en cada paso.

Creación de un proveedor de OIDC para su clúster de Amazon EKS

Las siguientes instrucciones muestran cómo crear y asociar un proveedor de OIDC a su clúster de 
Amazon EKS.

1. Establezca las variables local, CLUSTER_NAME, y de entorno, AWS_REGION, de la siguiente 
manera:

# Set the Region and cluster
export CLUSTER_NAME="<your cluster name>"
export AWS_REGION="<your region>"

2. Utilice el siguiente comando para asociar el proveedor de OIDC con el clúster. Para obtener más 
información, consulte Enabling IAM Roles for Service Accounts on your Cluster.

eksctl utils associate-iam-oidc-provider --cluster ${CLUSTER_NAME} \ 
      --region ${AWS_REGION} --approve

El resultado debería tener el siguiente aspecto:
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[_]  eksctl version 0.10.1 
  [_]  using region us-east-1 
  [_]  IAM OpenID Connect provider is associated with cluster "my-cluster" in "us-
east-1"

Ahora que el clúster tiene un proveedor de identidades OIDC, cree un rol y dé permiso a 
ServiceAccount Kubernetes para que lo asuma.

Obtención del ID de OIDC

Para configurarlo ServiceAccount, primero obtenga la URL del emisor de OpenID Connect mediante 
el siguiente comando:

aws eks describe-cluster --name ${CLUSTER_NAME} --region ${AWS_REGION} \ 
      --query cluster.identity.oidc.issuer --output text

El comando devuelve una URL similar a la siguiente:

https://oidc.eks.${AWS_REGION}.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

En esta URL, el valor D48675832CA65BD10A532F597OIDCID es el ID de OIDC. El ID de OIDC del 
clúster es diferente. Necesita este valor de ID de OIDC para crear un rol.

Si la salida es None, significa que la versión de su cliente es antigua. Para solucionar este problema, 
ejecute el siguiente comando:

aws eks describe-cluster --region ${AWS_REGION} --query cluster --name ${CLUSTER_NAME} 
 --output text | grep OIDC

La URL de OIDC se devuelve de la siguiente manera:

OIDC https://oidc.eks.us-east-1.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

Creación de su rol de IAM

1. Cree un archivo con un nombre trust.json e inserte en él el siguiente bloque de códigos 
de relación de confianza. Asegúrese de reemplazar todos los marcadores de posición <OIDC 
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ID>, <AWS account number>, <EKS Cluster region> y <Namespace> por los valores 
correspondientes a su clúster. A los efectos de esta guía, se utiliza my-namespace para el valor
<Namespace>.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
      { 
        "Effect": "Allow", 
        "Principal": { 
          "Federated": "arn:aws:iam::<AWS account number>:oidc-provider/
oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>" 
        }, 
        "Action": "sts:AssumeRoleWithWebIdentity", 
        "Condition": { 
          "StringEquals": { 
            "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:aud": 
 "sts.amazonaws.com", 
            "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:sub": 
 "system:serviceaccount:<Namespace>:sagemaker-k8s-operator-default" 
          } 
        } 
      } 
    ] 
  }

2. Ejecute el siguiente comando para crear un rol con la relación de confianza definida en
trust.json. Este rol permite que el clúster de Amazon EKS obtenga y actualice las 
credenciales de IAM.

aws iam create-role --region ${AWS_REGION} --role-name <role name> --assume-role-
policy-document file://trust.json --output=text

El resultado debería tener el siguiente aspecto:

ROLE    arn:aws:iam::123456789012:role/my-role 2019-11-22T21:46:10Z    /       
 ABCDEFSFODNN7EXAMPLE   my-role 
  ASSUMEROLEPOLICYDOCUMENT        2012-10-17 
  STATEMENT       sts:AssumeRoleWithWebIdentity   Allow 
  STRINGEQUALS    sts.amazonaws.com       system:serviceaccount:my-
namespace:sagemaker-k8s-operator-default 
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  PRINCIPAL       arn:aws:iam::123456789012:oidc-provider/oidc.eks.us-
east-1.amazonaws.com/id/

Tome nota del ROLE ARN. Pasará este valor a su operador.

Adjunte la AmazonSageMakerFullAccess política a su función

Para dar acceso al rol SageMaker, adjunta la AmazonSageMakerFullAccesspolítica. Si desea 
limitar los permisos al operador, puede crear su propia política personalizada y asociarla.

Para asociar AmazonSageMakerFullAccess, ejecute el siguiente comando:

aws iam attach-role-policy --role-name <role name>  --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess

Los Kubernetes ServiceAccount sagemaker-k8s-operator-default deben tener permisos.
AmazonSageMakerFullAccess Confirme esto cuando instale el operador.

Implementación del operador en su espacio de nombres

Al implementar el operador, puede usar un archivo YAML o gráficos de Helm.

Implementación del operador en su espacio de nombres mediante YAML

La implementación de un operador dentro del ámbito de un espacio de nombres consta de dos 
partes. La primera es el conjunto de CRD que se instalan a nivel de clúster. Estas definiciones 
de recursos solo se deben instalar una vez por clúster de Kubernetes. La segunda parte son los 
permisos del operador y la implementación en sí.

Si aún no ha instalado los CRD en el clúster, aplique el YAML del instalador de CRD mediante el 
siguiente comando:

kubectl apply -f https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-
k8s/master/release/rolebased/namespaced/crd.yaml

Para instalar el operador en el clúster:

1. Descargue el YAML del instalador del operador mediante el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/release/rolebased/namespaced/operator.yaml
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2. Actualice el YAML del instalador para colocar los recursos en el espacio de nombres 
especificado mediante el siguiente comando:

sed -i -e 's/PLACEHOLDER-NAMESPACE/<YOUR NAMESPACE>/g' operator.yaml

3. Edite el archivo operator.yaml para colocar los recursos en su eks.amazonaws.com/
role-arn. Reemplace el ARN por el nombre de recurso de Amazon (ARN) para el rol basado 
en OIDC que ha creado.

4. Utilice el siguiente comando para implementar el clúster:

kubectl apply -f operator.yaml

Implementación del operador en su espacio de nombres mediante gráficos de Helm

La implementación de un operador dentro del ámbito de un espacio de nombres se compone de 
dos partes. La primera es el conjunto de CRD que se instalan a nivel de clúster. Estas definiciones 
de recursos solo se deben instalar una vez por clúster de Kubernetes. La segunda parte son los 
permisos del operador y la implementación en sí. Si usa gráficos de Helm, primero debe crear el 
espacio de nombres con kubectl.

1. Clone el directorio del instalador de Helm mediante el siguiente comando:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Vaya a la carpeta amazon-sagemaker-operator-for-k8s/hack/charts/installer/
namespaced. Edite el archivo rolebased/values.yaml, que incluye parámetros de alto nivel 
para el gráfico. Reemplace el ARN del rol por el nombre de recurso de Amazon (ARN) para el rol 
basado en OIDC que ha creado.

3. Instale el gráfico de Helm mediante el siguiente comando:

helm install crds crd_chart/

4. Cree el espacio de nombres necesario e instale el operador mediante el siguiente comando:

kubectl create namespace <namespace>
helm install --n <namespace> op operator_chart/
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5. Después de un momento, el gráfico se instala con el nombre sagemaker-operator. Ejecute el 
siguiente comando para comprobar que se ha instalado correctamente:

helm ls

El resultado debería tener el siguiente aspecto:

NAME                    NAMESPACE                       REVISION        UPDATED    
                              STATUS          CHART                           APP 
 VERSION
sagemaker-operator      my-namespace                    1               2019-11-20 
 23:14:59.6777082 +0000 UTC   deployed        sagemaker-k8s-operator-0.1.0

Verificación de la implementación del operador en su espacio de nombres

1. Deberías poder ver las definiciones de recursos SageMaker personalizadas (CRD) de cada 
operador implementado en tu clúster ejecutando el siguiente comando:

kubectl get crd | grep sagemaker

El resultado debería tener el siguiente aspecto:

batchtransformjobs.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
endpointconfigs.sagemaker.aws.amazon.com            2019-11-20T17:12:34Z
hostingdeployments.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
hyperparametertuningjobs.sagemaker.aws.amazon.com   2019-11-20T17:12:34Z
models.sagemaker.aws.amazon.com                     2019-11-20T17:12:34Z
trainingjobs.sagemaker.aws.amazon.com               2019-11-20T17:12:34Z

2. Asegúrese de que el pod del operador se esté ejecutando correctamente. Utilice el siguiente 
comando para enumerar todos los pods.

kubectl -n my-namespace get pods

Debería ver un pod denominado sagemaker-k8s-operator-controller-manager-*****
en el espacio de nombres my-namespace, como sigue:

NAME                                                         READY   STATUS    
 RESTARTS   AGE
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sagemaker-k8s-operator-controller-manager-12345678-r8abc     2/2     Running   0    
       23s

Instala el complemento de SageMaker registros kubectl

Como parte de los SageMaker operadores de Kubernetes, puedes usar el smlogs complemento 
para. kubectl Esto permite transmitir SageMaker CloudWatch los registros. kubectl
kubectldebe estar instalado en su PATH. Los siguientes comandos colocan el binario en el 
directorio sagemaker-k8s-bin de su directorio principal y agregan ese directorio a su PATH.

export os="linux" 
   
wget https://amazon-sagemaker-operator-for-k8s-us-east-1.s3.amazonaws.com/kubectl-
smlogs-plugin/v1/${os}.amd64.tar.gz
tar xvzf ${os}.amd64.tar.gz 
   
# Move binaries to a directory in your homedir.
mkdir ~/sagemaker-k8s-bin
cp ./kubectl-smlogs.${os}.amd64/kubectl-smlogs ~/sagemaker-k8s-bin/. 
   
# This line adds the binaries to your PATH in your .bashrc. 
   
echo 'export PATH=$PATH:~/sagemaker-k8s-bin' >> ~/.bashrc 
   
# Source your .bashrc to update environment variables:
source ~/.bashrc

Use el siguiente comando para comprobar que el complemento kubectl esté correctamente 
instalado:

kubectl smlogs

Si el complemento kubectl está instalado correctamente, la salida debería tener el siguiente 
aspecto:

View SageMaker logs via Kubernetes 
   
Usage: 
  smlogs [command] 
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Aliases: 
  smlogs, SMLogs, Smlogs 
   
Available Commands: 
  BatchTransformJob       View BatchTransformJob logs via Kubernetes 
  TrainingJob             View TrainingJob logs via Kubernetes 
  help                    Help about any command 
   
Flags: 
   -h, --help   help for smlogs 
   
Use "smlogs [command] --help" for more information about a command.

Eliminar recursos

Para desinstalar el operador del clúster, primero debe asegurarse de eliminar todos los SageMaker 
recursos del clúster. Si no lo hace, la operación de eliminación por parte del operador se bloqueará. 
Ejecute el siguiente comando para detener todos los trabajos:

# Delete all SageMaker jobs from Kubernetes
kubectl delete --all --all-namespaces hyperparametertuningjob.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces trainingjobs.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces batchtransformjob.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces hostingdeployment.sagemaker.aws.amazon.com

Debería ver una salida similar a esta:

$ kubectl delete --all --all-namespaces trainingjobs.sagemaker.aws.amazon.com
trainingjobs.sagemaker.aws.amazon.com "xgboost-mnist-from-for-s3" deleted 
   
$ kubectl delete --all --all-namespaces 
 hyperparametertuningjob.sagemaker.aws.amazon.com
hyperparametertuningjob.sagemaker.aws.amazon.com "xgboost-mnist-hpo" deleted 
   
$ kubectl delete --all --all-namespaces batchtransformjob.sagemaker.aws.amazon.com
batchtransformjob.sagemaker.aws.amazon.com "xgboost-mnist" deleted 
   
$ kubectl delete --all --all-namespaces hostingdeployment.sagemaker.aws.amazon.com
hostingdeployment.sagemaker.aws.amazon.com "host-xgboost" deleted

Después de eliminar todos los SageMaker trabajos, consulte Eliminación de operadores para 
eliminar el operador del clúster.
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Eliminación de operadores

Eliminación de operadores basados en clústeres

Operadores instalados mediante YAML

Para desinstalar el operador del clúster, asegúrese de que se hayan eliminado todos SageMaker los 
recursos del clúster. Si no lo hace, la operación de eliminación por parte del operador se bloqueará.

Note

Antes de eliminar el clúster, asegúrese de eliminar todos SageMaker los recursos del clúster. 
Para obtener más información, consulte Eliminar recursos.

Después de eliminar todos los SageMaker trabajos, utilice kubectl esta opción para eliminar el 
operador del clúster:

# Delete the operator and its resources
kubectl delete -f /installer.yaml

Debería ver una salida similar a esta:

$ kubectl delete -f raw-yaml/installer.yaml
namespace "sagemaker-k8s-operator-system" deleted
customresourcedefinition.apiextensions.k8s.io 
 "batchtransformjobs.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io 
 "endpointconfigs.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io 
 "hostingdeployments.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io 
 "hyperparametertuningjobs.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io "models.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io "trainingjobs.sagemaker.aws.amazon.com" 
 deleted
role.rbac.authorization.k8s.io "sagemaker-k8s-operator-leader-election-role" deleted
clusterrole.rbac.authorization.k8s.io "sagemaker-k8s-operator-manager-role" deleted
clusterrole.rbac.authorization.k8s.io "sagemaker-k8s-operator-proxy-role" deleted
rolebinding.rbac.authorization.k8s.io "sagemaker-k8s-operator-leader-election-
rolebinding" deleted

Orquestación de Kubernetes 5121



Amazon SageMaker Guía para desarrolladores

clusterrolebinding.rbac.authorization.k8s.io "sagemaker-k8s-operator-manager-
rolebinding" deleted
clusterrolebinding.rbac.authorization.k8s.io "sagemaker-k8s-operator-proxy-rolebinding" 
 deleted
service "sagemaker-k8s-operator-controller-manager-metrics-service" deleted
deployment.apps "sagemaker-k8s-operator-controller-manager" deleted
secrets "sagemaker-k8s-operator-abcde" deleted

Operadores instalados mediante gráficos de Helm

Para eliminar los CRD del operador, borre primero todos los trabajos en ejecución. A continuación, 
elimine el gráfico de Helm que se utilizó para implementar los operadores mediante los siguientes 
comandos:

# get the helm charts
helm ls 
   
# delete the charts
helm delete <chart_name>

Eliminación de operadores basados en espacio de nombres

Operadores instalados con YAML

Para desinstalar el operador del clúster, primero asegúrese de que se hayan eliminado todos 
SageMaker los recursos del clúster. Si no lo hace, la operación de eliminación por parte del operador 
se bloqueará.

Note

Antes de eliminar el clúster, asegúrese de eliminar todos SageMaker los recursos del clúster. 
Para obtener más información, consulte Eliminar recursos.

Después de eliminar todos los SageMaker trabajos, primero kubectl elimine el operador del 
espacio de nombres y, a continuación, los CRD del clúster. Ejecute los siguientes comandos para 
eliminar el operador del clúster:

# Delete the operator using the same yaml file that was used to install the operator
kubectl delete -f operator.yaml 
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# Now delete the CRDs using the CRD installer yaml
kubectl delete -f https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-
k8s/master/release/rolebased/namespaced/crd.yaml 
   
# Now you can delete the namespace if you want
kubectl delete namespace <namespace>

Operadores instalados con gráficos de Helm

Para eliminar los CRD del operador, borre primero todos los trabajos en ejecución. A continuación, 
elimine el gráfico de Helm que se utilizó para implementar los operadores mediante los siguientes 
comandos:

# Delete the operator
helm delete <chart_name>
  
# delete the crds
helm delete crds 
   
# optionally delete the namespace
kubectl delete namespace <namespace>

Solución de problemas

Depuración de un trabajo con errores

Siga estos pasos para depurar un trabajo con errores.

• Para comprobar el estado del trabajo, ejecute lo siguiente:

kubectl get <CRD Type> <job name>

• Si el trabajo se creó en SageMaker, puede usar el siguiente comando para ver los y losSTATUS:
SageMaker Job Name

kubectl get <crd type> <job name>

• Puede utilizar smlogs para encontrar la causa del problema mediante el siguiente comando:

kubectl smlogs <crd type> <job name>
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• También puede utilizar el comando describe para obtener más detalles sobre el trabajo 
mediante el siguiente comando. La salida tiene un campo additional que contiene más 
información sobre el estado del trabajo.

kubectl describe <crd type> <job name>

• Si el trabajo no se creó en SageMaker, utilice los registros del módulo del operador para encontrar 
la causa del problema de la siguiente manera:

$ kubectl get pods -A | grep sagemaker
# Output:
sagemaker-k8s-operator-system   sagemaker-k8s-operator-controller-manager-5cd7df4d74-
wh22z   2/2     Running   0          3h33m 
   
$ kubectl logs -p <pod name> -c manager -n sagemaker-k8s-operator-system

Eliminación del CRD del operador

Si la eliminación de un trabajo no funciona, compruebe si el operador está en ejecución. Si el 
operador no se está ejecutando, debe eliminar el finalizador conforme a los siguientes pasos:

1. En una nueva terminal, abra el trabajo en un editor con kubectl edit siguiente manera:

kubectl edit <crd type> <job name>

2. Edite el trabajo para eliminar el finalizador eliminando las dos líneas siguientes del archivo. 
Guarde el archivo y se eliminará el trabajo.

finalizers: 
  - sagemaker-operator-finalizer

Imágenes y SMLlogs en cada región

En la siguiente tabla se muestran las imágenes de los operadores y los SMLogs disponibles en cada 
región.
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RegiónImagen del controlador SMLogs de Linux

us-
east-1

957583890962.dkr.ecr.us-
east-1.amazonaws.com/ 
amazon-sagemaker-o 
perator-for-k8s:v1

https://s3.us-east-1.amazonaws.com/ amazon-sa 
gemaker-operator-for -k8 s-us-east -1/ /v1/linux 
.amd64.tar.gz kubectl-smlogs-plugin

us-
east-2

922499468684.dkr.ecr.us-
east-2.amazonaws.com/ 
amazon-sagemaker-o 
perator-for-k8s:v1

https://s3.us-east-2.amazonaws.com/ amazon-sa 
gemaker-operator-for -k8 s-us-east -2/ kubectl-s 
mlogs-plugin /v1/linux.amd64.tar.gz

us-
west-2

640106867763.dkr.ecr.us-
west-2.amazonaws.com/ 
amazon-sagemaker-o 
perator-for-k8s:v1

https://s3.us-west-2.amazonaws.com/ amazon-sa 
gemaker-operator-for -k8 s-us-west -2/ kubectl-s 
mlogs-plugin /v1/linux.amd64.tar.gz

eu-
west-1

613661167059.dkr.ecr.eu-
west-1.amazonaws.com/ 
amazon-sagemaker-o 
perator-for-k8s:v1

https://s3.eu-west-1.amazonaws.com/ amazon-sa 
gemaker-operator-for -k8 s-eu-west -1/ kubectl-s 
mlogs-plugin /v1/linux.amd64.tar.gz

Usa Amazon SageMaker Jobs

Esta sección se basa en la versión original de SageMaker Operators for Kubernetes.

Important

Vamos a detener el desarrollo y el soporte técnico de la versión original de  SageMaker 
Operators for Kubernetes.
Si actualmente utilizas la versión v1.2.2 o anterior de  SageMaker Operators for 
Kubernetes, te recomendamos migrar tus recursos al controlador de servicios ACK
para Amazon. SageMaker El controlador de servicios ACK es una nueva generación de 
SageMaker operadores para Kubernetes basada en Controllers for Kubernetes (ACK). AWS
Para obtener información sobre los pasos de migración, consulte Migrar recursos a los 
operadores más recientes.
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Para obtener respuestas a las preguntas frecuentes sobre la finalización del soporte de la 
versión original de Operators for Kubernetes, consulte SageMaker Anunciamos el fin del 
soporte de la versión original de SageMaker Operators for Kubernetes

Para ejecutar un SageMaker trabajo de Amazon con Operators for Kubernetes, puedes aplicar un 
archivo YAML o usar los Helm Charts proporcionados.

Todos los ejemplos de trabajos de operador de los siguientes tutoriales utilizan datos de muestra 
tomados de un conjunto de datos MNIST público. Para ejecutar estas muestras, descargue el 
conjunto de datos en su bucket de Amazon S3. Encontrará el conjunto de datos en Download the 
MNIST Dataset.

Contenido

• ¿El operador TrainingJob

• ¿El HyperParameterTuningJob operador

• ¿El BatchTransformJob operador

• ¿El HostingDeployment operador

• ¿El operador ProcessingJob

• HostingAutoscalingPolicy Operador (HAP)

¿El operador TrainingJob

Los operadores de trabajos de formación concilian las especificaciones de su trabajo de formación 
SageMaker especificadas con las que lo lanzan para usted en. SageMaker Puedes obtener más 
información sobre los trabajos de SageMaker formación en la documentación de la SageMaker
CreateTrainingJob API.

Temas

• Crea una TrainingJob usando un archivo YAML

• Cree un diagrama TrainingJob utilizando un Helm

• Lista TrainingJobs

• Describa un TrainingJob

• Ver registros de TrainingJobs

• Eliminar TrainingJobs
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Crea una TrainingJob usando un archivo YAML

1. Descargue el archivo YAML de muestra para el entrenamiento con el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/xgboost-mnist-trainingjob.yaml

2. Edite el xgboost-mnist-trainingjob.yaml archivo para sustituir el roleArn parámetro 
por su <sagemaker-execution-role> bucket de Amazon S3 y outputPath por el 
suyo al que la función de SageMaker ejecución tiene acceso de escritura. roleArnDeben 
tener permisos para SageMaker poder acceder a Amazon S3 CloudWatch, Amazon y otros 
servicios en su nombre. Para obtener más información sobre la creación de una SageMaker 
ExecutionRole, consulte SageMaker Funciones. Aplique el archivo YAML mediante el siguiente 
comando:

kubectl apply -f xgboost-mnist-trainingjob.yaml

Cree un diagrama TrainingJob utilizando un Helm

Puedes usar Helm Charts para correr TrainingJobs.

1. Clona el GitHub repositorio para obtener la fuente mediante el siguiente comando:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Vaya a la carpeta amazon-sagemaker-operator-for-k8s/hack/charts/training-
jobs/ y edite el archivo values.yaml para reemplazar valores como rolearn y outputpath
por valores que correspondan a su cuenta. El RoLearn debe tener permisos para SageMaker 
poder acceder a Amazon S3 CloudWatch, Amazon y otros servicios en su nombre. Para obtener 
más información sobre la creación de una SageMaker ExecutionRole, consulte SageMaker 
Funciones.

Cree el TrainingJob

Con los roles y los buckets de Amazon S3 reemplazados por los valores correspondientes en
values.yaml, puede crear un trabajo de entrenamiento con el siguiente comando:

helm install . --generate-name
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El resultado debería tener el siguiente aspecto:

NAME: chart-12345678
LAST DEPLOYED: Wed Nov 20 23:35:49 2019
NAMESPACE: default
STATUS: deployed
REVISION: 1
TEST SUITE: None
NOTES:
Thanks for installing the sagemaker-k8s-trainingjob.

Verificación del entrenamiento con gráficos de Helm

Para comprobar que el gráfico de Helm se creó correctamente, ejecute:

helm ls

El resultado debería tener el siguiente aspecto:

NAME                    NAMESPACE       REVISION        UPDATED                         
         STATUS          CHART                           APP VERSION
chart-12345678        default         1               2019-11-20 23:35:49.9136092 +0000 
 UTC   deployed        sagemaker-k8s-trainingjob-0.1.0
rolebased-12345678    default         1               2019-11-20 23:14:59.6777082 +0000 
 UTC   deployed        sagemaker-k8s-operator-0.1.0

helm install crea un recurso TrainingJob de Kubernetes. El operador inicia el trabajo de 
formación actual SageMaker y actualiza el recurso de TrainingJob Kubernetes para reflejar el 
estado del trabajo en cuestión. SageMaker Se le cobrará por SageMaker los recursos que utilice 
durante su trabajo. No incurrirá en ningún cargo una vez que su trabajo finalice o se detenga.

Nota: SageMaker no te permite actualizar un trabajo de entrenamiento como corredor. No puede 
editar ningún parámetro ni volver a aplicar el archivo de configuración. Cambie el nombre de los 
metadatos o elimine el trabajo existente y cree uno nuevo. Al igual que ocurre con los operadores de 
trabajos de entrenamiento existentes, como TFJob en Kubeflow, update no se admite.

Lista TrainingJobs

Utilice el siguiente comando para enumerar todos los trabajos creados con el operador de 
Kubernetes:
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kubectl get TrainingJob

La salida que enumera todos los trabajos debe tener el siguiente aspecto:

kubectl get trainingjobs
NAME                        STATUS       SECONDARY-STATUS   CREATION-TIME          
 SAGEMAKER-JOB-NAME
xgboost-mnist-from-for-s3   InProgress   Starting           2019-11-20T23:42:35Z   
 xgboost-mnist-from-for-s3-examplef11eab94e0ed4671d5a8f

Un trabajo de entrenamiento aún aparece en la lista después de que el trabajo se haya completado o 
haya producido un error. Puede eliminar un trabajo TrainingJob de la lista con los pasos Eliminar 
TrainingJobs. Los trabajos que se hayan completado o interrumpido no incurren en ningún cargo por 
SageMaker los recursos.

TrainingJob valores de estado

El campo STATUS puede tener uno de los siguientes valores:

• Completed
• InProgress
• Failed
• Stopped
• Stopping

Estos estados provienen directamente de la documentación SageMaker oficial de la API.

Además del SageMaker estado oficial, es posible que lo STATUS sea.
SynchronizingK8sJobWithSageMaker Esto significa que el operador aún no ha procesado el 
trabajo.

Valores de estado secundarios

Los estados secundarios provienen directamente de la documentación SageMaker oficial de la API. 
Contienen información más detallada sobre el estado del trabajo.

Describa un TrainingJob

Puede obtener más detalles sobre el trabajo de entrenamiento mediante el comando kubectl
describe. Por lo general, se utiliza para solucionar un problema o comprobar los parámetros de 
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un trabajo de entrenamiento. Para obtener información sobre el trabajo de entrenamiento, utilice el 
siguiente comando:

kubectl describe trainingjob xgboost-mnist-from-for-s3

La salida del trabajo de entrenamiento debería tener el siguiente aspecto:

Name:         xgboost-mnist-from-for-s3
Namespace:    default
Labels:       <none>
Annotations:  <none>
API Version:  sagemaker.aws.amazon.com/v1
Kind:         TrainingJob
Metadata: 
  Creation Timestamp:  2019-11-20T23:42:35Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        2 
  Resource Version:  23119 
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/trainingjobs/
xgboost-mnist-from-for-s3 
  UID:               6d7uiui-0bef-11ea-b94e-0ed467example
Spec: 
  Algorithm Specification: 
    Training Image:       8256416981234.dkr.ecr.us-east-2.amazonaws.com/xgboost:1 
    Training Input Mode:  File 
  Hyper Parameters: 
    Name:   eta 
    Value:  0.2 
    Name:   gamma 
    Value:  4 
    Name:   max_depth 
    Value:  5 
    Name:   min_child_weight 
    Value:  6 
    Name:   num_class 
    Value:  10 
    Name:   num_round 
    Value:  10 
    Name:   objective 
    Value:  multi:softmax 
    Name:   silent 
    Value:  0 
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  Input Data Config: 
    Channel Name:      train 
    Compression Type:  None 
    Content Type:      text/csv 
    Data Source: 
      S 3 Data Source: 
        S 3 Data Distribution Type:  FullyReplicated 
        S 3 Data Type:               S3Prefix 
        S 3 Uri:                     https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/train/ 
    Channel Name:                    validation 
    Compression Type:                None 
    Content Type:                    text/csv 
    Data Source: 
      S 3 Data Source: 
        S 3 Data Distribution Type:  FullyReplicated 
        S 3 Data Type:               S3Prefix 
        S 3 Uri:                     https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/validation/ 
  Output Data Config: 
    S 3 Output Path:  s3://my-bucket/sagemaker/xgboost-mnist/xgboost/ 
  Region:             us-east-2 
  Resource Config: 
    Instance Count:     1 
    Instance Type:      ml.m4.xlarge 
    Volume Size In GB:  5 
  Role Arn:             arn:aws:iam::12345678910:role/service-role/AmazonSageMaker-
ExecutionRole 
  Stopping Condition: 
    Max Runtime In Seconds:  86400 
  Training Job Name:         xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0example
Status: 
  Cloud Watch Log URL:           https://us-east-2.console.aws.amazon.com/
cloudwatch/home?region=us-east-2#logStream:group=/aws/sagemaker/
TrainingJobs;prefix=<example>;streamFilter=typeLogStreamPrefix 
  Last Check Time:               2019-11-20T23:44:29Z 
  Sage Maker Training Job Name:  xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94eexample 
  Secondary Status:              Downloading 
  Training Job Status:           InProgress
Events:                          <none>

Ver registros de TrainingJobs

Utilice el siguiente comando para ver los registros del trabajo de entrenamiento kmeans-mnist:
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kubectl smlogs trainingjob xgboost-mnist-from-for-s3

El resultado debería tener un aspecto similar al siguiente. Los registros de las instancias se ordenan 
cronológicamente.

"xgboost-mnist-from-for-s3" has SageMaker TrainingJobName "xgboost-mnist-from-
for-s3-123456789" in region "us-east-2", status "InProgress" and secondary status 
 "Starting"
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC Arguments: train
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC [2019-11-20:23:45:22:INFO] Running standalone xgboost training.
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC [2019-11-20:23:45:22:INFO] File size need to be processed in the 
 node: 1122.95mb. Available memory size in the node: 8586.0mb
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC [2019-11-20:23:45:22:INFO] Determined delimiter of CSV input is 
 ','
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC [23:45:22] S3DistributionType set as FullyReplicated

Eliminar TrainingJobs

Usa el siguiente comando para detener un trabajo de formación en Amazon SageMaker:

kubectl delete trainingjob xgboost-mnist-from-for-s3

Este comando elimina el trabajo de SageMaker formación de Kubernetes. Este comando devuelve la 
siguiente salida:

trainingjob.sagemaker.aws.amazon.com "xgboost-mnist-from-for-s3" deleted

Si el trabajo sigue en curso SageMaker, el trabajo se detiene. No se le cobrará ningún cargo por los 
SageMaker recursos una vez que el trabajo se detenga o se complete.

Nota: SageMaker no elimina los trabajos de formación. Los trabajos interrumpidos siguen 
apareciendo en la SageMaker consola. El delete comando tarda unos 2 minutos en limpiar los 
recursos SageMaker.
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¿El HyperParameterTuningJob operador

Los operadores del trabajo de ajuste de hiperparámetros concilian la especificación de la tarea de 
ajuste de hiperparámetros especificada SageMaker iniciándola. SageMaker Puede obtener más 
información sobre los trabajos de ajuste de SageMaker hiperparámetros en la documentación de la 
API. SageMaker CreateHyperParameterTuningJob

Temas

• Crea una HyperparameterTuningJob usando un archivo YAML

• Crea una HyperparameterTuningJob usando un gráfico de Helm

• Lista HyperparameterTuningJobs

• Describe un HyperparameterTuningJob

• Vea los registros de HyperparameterTuningJobs

• Eliminar un HyperparameterTuningJob

Crea una HyperparameterTuningJob usando un archivo YAML

1. Descargue el archivo YAML de muestra para el trabajo de ajuste de hiperparámetros mediante 
el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/xgboost-mnist-hpo.yaml

2. Edite el archivo xgboost-mnist-hpo.yaml para reemplazar el parámetro roleArn por su
sagemaker-execution-role. Para que el trabajo de ajuste del hiperparámetro se realice 
correctamente, también debe cambiar los valores s3InputPath y s3OutputPath por los que 
correspondan a su cuenta. Aplique las actualizaciones del archivo YAML mediante el siguiente 
comando:

kubectl apply -f xgboost-mnist-hpo.yaml

Crea una HyperparameterTuningJob usando un gráfico de Helm

Puede usar gráficos de Helm para ejecutar trabajos de ajuste de hiperparámetros.

1. Clone el GitHub repositorio para obtener la fuente mediante el siguiente comando:

Orquestación de Kubernetes 5133

https://docs.aws.amazon.com/sagemaker/latest/dg/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/dg/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/dg/API_CreateHyperParameterTuningJob.html


Amazon SageMaker Guía para desarrolladores

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Vaya a la carpeta amazon-sagemaker-operator-for-k8s/hack/charts/
hyperparameter-tuning-jobs/.

3. Edite el archivo values.yaml para reemplazar el parámetro roleArn por su sagemaker-
execution-role. Para que el trabajo de ajuste del hiperparámetro se realice correctamente, 
también debe cambiar los valores s3InputPath y s3OutputPath por los que correspondan a 
su cuenta.

Cree el HyperparameterTuningJob

Con los roles y las rutas de Amazon S3 reemplazados por los valores correspondientes en
values.yaml, puede crear un trabajo de ajuste de hiperparámetros con el siguiente comando:

helm install . --generate-name

El resultado debería tener un aspecto similar al siguiente:

NAME: chart-1574292948
LAST DEPLOYED: Wed Nov 20 23:35:49 2019
NAMESPACE: default
STATUS: deployed
REVISION: 1
TEST SUITE: None
NOTES:
Thanks for installing the sagemaker-k8s-hyperparametertuningjob.

Verificación de la instalación del gráfico

Para comprobar que el gráfico de Helm se creó correctamente, ejecute el siguiente comando:

helm ls

El resultado debería tener el siguiente aspecto:

NAME                    NAMESPACE       REVISION        UPDATED
chart-1474292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-hyperparametertuningjob-0.1.0                
                STATUS          CHART                           APP VERSION
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chart-1574292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-trainingjob-0.1.0
rolebased-1574291698    default         1               2019-11-20 23:14:59.6777082 
 +0000 UTC   deployed        sagemaker-k8s-operator-0.1.0

helm install crea un recurso HyperParameterTuningJob de Kubernetes. El operador 
inicia el trabajo de optimización de hiperparámetros real SageMaker y actualiza el recurso de
HyperParameterTuningJob Kubernetes para reflejar el estado del trabajo realizado. SageMaker 
Se le cobrará por los SageMaker recursos utilizados durante la duración de su trabajo. No incurrirá 
en ningún cargo una vez que su trabajo finalice o se detenga.

Nota: SageMaker no permite actualizar un trabajo de ajuste de hiperparámetros en ejecución. No 
puede editar ningún parámetro ni volver a aplicar el archivo de configuración. Debe cambiar el 
nombre de los metadatos o eliminar el trabajo existente y crear uno nuevo. Al igual que ocurre con 
los operadores de trabajos de entrenamiento existentes, como TFJob en Kubeflow, update no se 
admite.

Lista HyperparameterTuningJobs

Utilice el siguiente comando para enumerar todos los trabajos creados con el operador de 
Kubernetes:

kubectl get hyperparametertuningjob

El resultado debería tener el siguiente aspecto:

NAME         STATUS      CREATION-TIME          COMPLETED   INPROGRESS   ERRORS   
 STOPPED   BEST-TRAINING-JOB                               SAGEMAKER-JOB-NAME
xgboost-mnist-hpo   Completed   2019-10-17T01:15:52Z   10          0     
        0        0         xgboostha92f5e3cf07b11e9bf6c06d6-009-4c7a123   
 xgboostha92f5e3cf07b11e9bf6c123

Un trabajo de ajuste de hiperparámetros aún aparece en la lista después de que el trabajo se haya 
completado o haya producido un error. Puede eliminar un hyperparametertuningjob de la 
lista con los siguientes pasos en Eliminar un HyperparameterTuningJob. Los trabajos que se hayan 
completado o interrumpido no incurren en ningún cargo por SageMaker los recursos.

Valores de estado del trabajo de ajuste de hiperparámetros

El campo STATUS puede tener uno de los siguientes valores:
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• Completed
• InProgress
• Failed
• Stopped
• Stopping

Estos estados provienen directamente de la documentación SageMaker oficial de la API.

Además del SageMaker estado oficial, es posible que lo STATUS sea.
SynchronizingK8sJobWithSageMaker Esto significa que el operador aún no ha procesado el 
trabajo.

Contadores de estado

La salida tiene varios contadores, como COMPLETED y INPROGRESS. Representan el número de 
trabajos de entrenamiento que se han completado y están en curso, respectivamente. Para obtener 
más información sobre cómo se determinan, consulte TrainingJobStatusCountersla documentación 
de la SageMaker API.

Lo mejor TrainingJob

Esta columna contiene el nombre del TrainingJob que mejor optimizó la métrica seleccionada.

Para ver un resumen de los hiperparámetros ajustados, ejecute:

kubectl describe hyperparametertuningjob xgboost-mnist-hpo

Para ver información detallada acerca del TrainingJob, ejecute:

kubectl describe trainingjobs <job name>

Engendrado TrainingJobs

También puede hacer un seguimiento de los 10 trabajos de entrenamiento en Kubernetes lanzados 
por HyperparameterTuningJob si ejecuta el siguiente comando:

kubectl get trainingjobs

Describe un HyperparameterTuningJob

Puede obtener los detalles de la depuración mediante el comando describe kubectl.
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kubectl describe hyperparametertuningjob xgboost-mnist-hpo

Además de la información sobre el trabajo de ajuste, el SageMaker Operator for Kubernetes también 
muestra en la salida cuál es el mejor trabajo de entrenamiento encontrado por el trabajo de ajuste de 
hiperparámetros, de la siguiente manera: describe

Name:         xgboost-mnist-hpo
Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration: 
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"HyperparameterTuningJob","metadata":{"annotations":{},"name":"xgboost-
mnist-hpo","namespace":...
API Version:  sagemaker.aws.amazon.com/v1
Kind:         HyperparameterTuningJob
Metadata: 
  Creation Timestamp:  2019-10-17T01:15:52Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        2 
  Resource Version:  8167 
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
hyperparametertuningjobs/xgboost-mnist-hpo 
  UID:               a92f5e3c-f07b-11e9-bf6c-06d6f303uidu
Spec: 
  Hyper Parameter Tuning Job Config: 
    Hyper Parameter Tuning Job Objective: 
      Metric Name:  validation:error 
      Type:         Minimize 
    Parameter Ranges: 
      Integer Parameter Ranges: 
        Max Value:     20 
        Min Value:     10 
        Name:          num_round 
        Scaling Type:  Linear 
    Resource Limits: 
      Max Number Of Training Jobs:     10 
      Max Parallel Training Jobs:      10 
    Strategy:                          Bayesian 
    Training Job Early Stopping Type:  Off 
  Hyper Parameter Tuning Job Name:     xgboostha92f5e3cf07b11e9bf6c06d6 
  Region:                              us-east-2 
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  Training Job Definition: 
    Algorithm Specification: 
      Training Image:       12345678910.dkr.ecr.us-east-2.amazonaws.com/xgboost:1 
      Training Input Mode:  File 
    Input Data Config: 
      Channel Name:  train 
      Content Type:  text/csv 
      Data Source: 
        s3DataSource: 
          s3DataDistributionType:  FullyReplicated 
          s3DataType:              S3Prefix 
          s3Uri:                   https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/train/ 
      Channel Name:                validation 
      Content Type:                text/csv 
      Data Source: 
        s3DataSource: 
          s3DataDistributionType:  FullyReplicated 
          s3DataType:              S3Prefix 
          s3Uri:                   https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/validation/ 
    Output Data Config: 
      s3OutputPath:  https://s3-us-east-2.amazonaws.com/my-bucket/sagemaker/xgboost-
mnist/xgboost 
    Resource Config: 
      Instance Count:     1 
      Instance Type:      ml.m4.xlarge 
      Volume Size In GB:  5 
    Role Arn:             arn:aws:iam::123456789012:role/service-role/AmazonSageMaker-
ExecutionRole 
    Static Hyper Parameters: 
      Name:   base_score 
      Value:  0.5 
      Name:   booster 
      Value:  gbtree 
      Name:   csv_weights 
      Value:  0 
      Name:   dsplit 
      Value:  row 
      Name:   grow_policy 
      Value:  depthwise 
      Name:   lambda_bias 
      Value:  0.0 
      Name:   max_bin 
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      Value:  256 
      Name:   max_leaves 
      Value:  0 
      Name:   normalize_type 
      Value:  tree 
      Name:   objective 
      Value:  reg:linear 
      Name:   one_drop 
      Value:  0 
      Name:   prob_buffer_row 
      Value:  1.0 
      Name:   process_type 
      Value:  default 
      Name:   rate_drop 
      Value:  0.0 
      Name:   refresh_leaf 
      Value:  1 
      Name:   sample_type 
      Value:  uniform 
      Name:   scale_pos_weight 
      Value:  1.0 
      Name:   silent 
      Value:  0 
      Name:   sketch_eps 
      Value:  0.03 
      Name:   skip_drop 
      Value:  0.0 
      Name:   tree_method 
      Value:  auto 
      Name:   tweedie_variance_power 
      Value:  1.5 
    Stopping Condition: 
      Max Runtime In Seconds:  86400
Status: 
  Best Training Job: 
    Creation Time:  2019-10-17T01:16:14Z 
    Final Hyper Parameter Tuning Job Objective Metric: 
      Metric Name:        validation:error 
      Value: 
    Objective Status:     Succeeded 
    Training End Time:    2019-10-17T01:20:24Z 
    Training Job Arn:     arn:aws:sagemaker:us-east-2:123456789012:training-job/
xgboostha92f5e3cf07b11e9bf6c06d6-009-4sample 
    Training Job Name:    xgboostha92f5e3cf07b11e9bf6c06d6-009-4c7a3059 
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    Training Job Status:  Completed 
    Training Start Time:  2019-10-17T01:18:35Z 
    Tuned Hyper Parameters: 
      Name:                                    num_round 
      Value:                                   18 
  Hyper Parameter Tuning Job Status:           Completed 
  Last Check Time:                             2019-10-17T01:21:01Z 
  Sage Maker Hyper Parameter Tuning Job Name:  xgboostha92f5e3cf07b11e9bf6c06d6 
  Training Job Status Counters: 
    Completed:            10 
    In Progress:          0 
    Non Retryable Error:  0 
    Retryable Error:      0 
    Stopped:              0 
    Total Error:          0
Events:                   <none>

Vea los registros de HyperparameterTuningJobs

Los trabajos de ajuste de hiperparámetros no tienen registros, pero todos los trabajos de 
entrenamiento lanzados por ellos sí los tienen. Puede acceder a estos registros como si se tratara 
de un trabajo de entrenamiento normal. Para obtener más información, consulte Ver registros de 
TrainingJobs.

Eliminar un HyperparameterTuningJob

Utilice el siguiente comando para detener un trabajo de hiperparámetro en SageMaker.

kubectl delete hyperparametertuningjob xgboost-mnist-hpo

Este comando elimina el trabajo de ajuste de hiperparámetros y los trabajos de entrenamiento 
asociados del clúster de Kubernetes y los detiene. SageMaker Los trabajos que se hayan detenido 
o completado no incurrirán en ningún cargo por los recursos. SageMaker SageMaker no elimina los 
trabajos de ajuste de hiperparámetros. Los trabajos detenidos siguen mostrándose en la SageMaker 
consola.

El resultado debería tener el siguiente aspecto:

hyperparametertuningjob.sagemaker.aws.amazon.com "xgboost-mnist-hpo" deleted

Nota: El comando delete tarda unos 2 minutos en limpiar los recursos SageMaker.
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¿El BatchTransformJob operador

Los operadores de tareas de transformación por lotes concilian la especificación de la tarea de 
transformación SageMaker por lotes especificada iniciándola. SageMaker Puede obtener más 
información sobre el trabajo de transformación SageMaker por lotes en la documentación de la 
SageMaker CreateTransformJob API.

Temas

• Crea un BatchTransformJob archivo YAML

• Cree una BatchTransformJob utilizando un gráfico de Helm

• Lista BatchTransformJobs

• Describe un BatchTransformJob

• Ver registros de BatchTransformJobs

• Eliminar un BatchTransformJob

Crea un BatchTransformJob archivo YAML

1. Descargue el archivo YAML de muestra para el trabajo de transformación por lotes con el 
siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/xgboost-mnist-batchtransform.yaml

2. Edite el archivo xgboost-mnist-batchtransform.yaml para cambiar los parámetros 
necesarios y sustituirlos por sus datos de entrada y por s3OutputPath los buckets de Amazon 
S3 a los que el rol de SageMaker ejecución tiene acceso de escritura. inputdataconfig

3. Aplique el archivo YAML mediante el siguiente comando:

kubectl apply -f xgboost-mnist-batchtransform.yaml

Cree una BatchTransformJob utilizando un gráfico de Helm

Puede usar gráficos de Helm para ejecutar trabajos de transformación por lotes.

Obtención del directorio de instaladores de Helm

Clone el GitHub repositorio para obtener la fuente mediante el siguiente comando:
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git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

Configuración del gráfico de Helm

Vaya a la carpeta amazon-sagemaker-operator-for-k8s/hack/charts/batch-
transform-jobs/.

Edite el values.yaml archivo para sustituirlo por sus datos de entrada y OutputPath por 
sus buckets de S3 a los que la función de SageMaker ejecución tiene acceso de escritura.
inputdataconfig

Cree un BatchTransformJob

1. Utilice el siguiente comando para crear un trabajo de transformación por lotes:

helm install . --generate-name

El resultado debería tener el siguiente aspecto:

NAME: chart-1574292948
LAST DEPLOYED: Wed Nov 20 23:35:49 2019
NAMESPACE: default
STATUS: deployed
REVISION: 1
TEST SUITE: None
NOTES:
Thanks for installing the sagemaker-k8s-batch-transform-job.

2. Para comprobar que el gráfico de Helm se creó correctamente, ejecute el siguiente comando:

helm ls
NAME                    NAMESPACE       REVISION        UPDATED                     
             STATUS          CHART                           APP VERSION
chart-1474292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-batchtransformjob-0.1.0
chart-1474292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-hyperparametertuningjob-0.1.0
chart-1574292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-trainingjob-0.1.0
rolebased-1574291698    default         1               2019-11-20 23:14:59.6777082 
 +0000 UTC   deployed        sagemaker-k8s-operator-0.1.0
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Este comando crea un recurso de BatchTransformJob Kubernetes. El operador lanza el 
trabajo de transformación real SageMaker y actualiza el recurso de BatchTransformJob
Kubernetes para reflejar el estado del trabajo en. SageMaker Se le cobrará por los SageMaker 
recursos utilizados durante la duración de su trabajo. No incurrirá en ningún cargo una vez que 
su trabajo finalice o se detenga.

Nota: SageMaker no le permite actualizar un trabajo de transformación por lotes en ejecución. No 
puede editar ningún parámetro ni volver a aplicar el archivo de configuración. Debe cambiar el 
nombre de los metadatos o eliminar el trabajo existente y crear uno nuevo. Al igual que ocurre con 
los operadores de trabajos de entrenamiento existentes, como TFJob en Kubeflow, update no se 
admite.

Lista BatchTransformJobs

Utilice el siguiente comando para enumerar todos los trabajos creados con el operador de 
Kubernetes:

kubectl get batchtransformjob

El resultado debería tener el siguiente aspecto:

NAME                                STATUS      CREATION-TIME          SAGEMAKER-JOB-
NAME
xgboost-mnist-batch-transform       Completed   2019-11-18T03:44:00Z   xgboost-mnist-
a88fb19809b511eaac440aa8axgboost

Un trabajo de transformación por lotes aún aparece en la lista después de que el trabajo se haya 
completado o haya producido un error. Puede eliminar un hyperparametertuningjob de la lista 
con los siguientes pasos en Eliminar un BatchTransformJob. Los trabajos que se hayan completado 
o interrumpido no incurren en ningún cargo por SageMaker los recursos.

Valores de estado de transformación por lotes

El campo STATUS puede tener uno de los siguientes valores:

• Completed
• InProgress
• Failed
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• Stopped
• Stopping

Estos estados provienen directamente de la documentación SageMaker oficial de la API.

Además del SageMaker estado oficial, es posible que lo STATUS sea.
SynchronizingK8sJobWithSageMaker Esto significa que el operador aún no ha procesado el 
trabajo.

Describe un BatchTransformJob

Puede obtener los detalles de la depuración mediante el comando describe kubectl.

kubectl describe batchtransformjob xgboost-mnist-batch-transform

El resultado debería tener el siguiente aspecto:

Name:         xgboost-mnist-batch-transform
Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration: 
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"BatchTransformJob","metadata":{"annotations":{},"name":"xgboost-
mnist","namespace"...
API Version:  sagemaker.aws.amazon.com/v1
Kind:         BatchTransformJob
Metadata: 
  Creation Timestamp:  2019-11-18T03:44:00Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        2 
  Resource Version:  21990924 
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
batchtransformjobs/xgboost-mnist 
  UID:               a88fb198-09b5-11ea-ac44-0aa8a9UIDNUM
Spec: 
  Model Name:  TrainingJob-20190814SMJOb-IKEB 
  Region:      us-east-1 
  Transform Input: 
    Content Type:  text/csv 
    Data Source: 
      S 3 Data Source: 
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        S 3 Data Type:  S3Prefix 
        S 3 Uri:        s3://my-bucket/mnist_kmeans_example/input 
  Transform Job Name:   xgboost-mnist-a88fb19809b511eaac440aa8a9SMJOB 
  Transform Output: 
    S 3 Output Path:  s3://my-bucket/mnist_kmeans_example/output 
  Transform Resources: 
    Instance Count:  1 
    Instance Type:   ml.m4.xlarge
Status: 
  Last Check Time:                2019-11-19T22:50:40Z 
  Sage Maker Transform Job Name:  xgboost-mnist-a88fb19809b511eaac440aaSMJOB 
  Transform Job Status:           Completed
Events:                           <none>

Ver registros de BatchTransformJobs

Utilice el siguiente comando para ver los registros del trabajo de transformación por lotes xgboost-
mnist:

kubectl smlogs batchtransformjob xgboost-mnist-batch-transform

Eliminar un BatchTransformJob

Utilice el siguiente comando para detener un trabajo de transformación por lotes en SageMaker.

kubectl delete batchTransformJob xgboost-mnist-batch-transform

El resultado debería tener el siguiente aspecto:

batchtransformjob.sagemaker.aws.amazon.com "xgboost-mnist" deleted

Este comando elimina el trabajo de transformación por lotes del clúster de Kubernetes y lo detiene. 
SageMaker Los trabajos que se han detenido o completado no incurren en ningún cargo por los 
recursos. SageMaker Eliminar los recursos tarda unos 2 minutos en limpiarse. SageMaker

Nota: SageMaker no elimina los trabajos de transformación por lotes. Los trabajos detenidos siguen 
mostrándose en la SageMaker consola.

¿El HostingDeployment operador

HostingDeployment Los operadores admiten la creación y eliminación de un punto final, así como 
la actualización de un punto final existente, para realizar inferencias en tiempo real. El operador de 
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despliegue de alojamiento concilia las especificaciones de trabajo de despliegue de alojamiento 
especificadas SageMaker mediante la creación de modelos, configuraciones de puntos finales 
y puntos finales en ellos. SageMaker Puedes obtener más información sobre la inferencia en la 
documentación de la API. SageMaker SageMaker CreateEndpoint

Temas

• Configura un recurso HostingDeployment

• Cree un HostingDeployment

• Lista HostingDeployments

• Describa un HostingDeployment

• Invocación del punto de conexión

• Actualice HostingDeployment

• Elimine el HostingDeployment

Configura un recurso HostingDeployment

Descargue el archivo YAML de muestra para el trabajo de implementación de alojamiento con el 
siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/xgboost-mnist-hostingdeployment.yaml

El archivo xgboost-mnist-hostingdeployment.yaml tiene los siguientes componentes que se 
pueden editar según sea necesario:

• ProductionVariants. Una variante de producción es un conjunto de instancias que sirven a un único 
modelo. SageMaker equilibra la carga entre todas las variantes de producción según los pesos 
establecidos.

• Models. Un modelo son los contenedores y el ARN del rol de ejecución necesarios para atender a 
un modelo. Requiere al menos un contenedor.

• Containers. Un contenedor especifica el conjunto de datos y la imagen de servicio. Si utiliza 
su propio algoritmo personalizado en lugar de un algoritmo proporcionado por él SageMaker, 
el código de inferencia debe cumplir los requisitos. SageMaker Para obtener más información, 
consulte Uso de sus propios algoritmos con SageMaker.
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Cree un HostingDeployment

Para crear un HostingDeployment, utilice kubectl para aplicar el archivo hosting.yaml con el 
siguiente comando:

kubectl apply -f hosting.yaml

SageMaker crea un punto final con la configuración especificada. Se le cobrarán gastos por 
SageMaker los recursos utilizados durante la vida útil de su terminal. No incurrirá en ningún cargo 
una vez que se elimine su punto de conexión.

El proceso de creación debería tardar aproximadamente 10 minutos.

Lista HostingDeployments

Para comprobar que HostingDeployment se ha creado, utilice el siguiente comando:

kubectl get hostingdeployments

El resultado debería tener el siguiente aspecto:

NAME           STATUS     SAGEMAKER-ENDPOINT-NAME
host-xgboost   Creating   host-xgboost-def0e83e0d5f11eaaa450aSMLOGS

HostingDeployment valores de estado

El campo de estado puede tener uno de los siguientes valores:

• SynchronizingK8sJobWithSageMaker: el operador se está preparando para crear el punto de 
conexión.

• ReconcilingEndpoint: el operador está creando, actualizando o eliminando los recursos 
del punto de conexión. Si HostingDeployment permanece en este estado, utilícelo kubectl 
describe para ver el motivo en el Additional campo.

• OutOfService: el punto de conexión no está disponible para recibir solicitudes entrantes.
• Creating: CreateEndpointse está ejecutando.
• Updating: UpdateEndpointo UpdateEndpointWeightsAndCapacitiesse está ejecutando.
• SystemUpdating: el punto de conexión se encuentra en fase de mantenimiento y no se puede 

actualizar, eliminar ni reescalar hasta que se haya completado. Esta operación de mantenimiento 
no cambia ningún valor especificado por el cliente, como la configuración de la VPC, el cifrado de 
AWS KMS, el modelo, el tipo de instancia o el recuento de instancias.
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• RollingBack: el punto de conexión no puede escalar verticalmente ni reducir verticalmente 
ni cambiar el peso de sus variantes y está en proceso de volver a su configuración anterior. 
Una vez finalizada la reversión, el punto de conexión vuelve a un estado InService. 
Este estado de transición solo se aplica a un punto final que tenga activado el escalado 
automático y que esté experimentando cambios en el peso o la capacidad de las 
variantes como parte de una UpdateEndpointWeightsAndCapacitiesllamada o cuando la
UpdateEndpointWeightsAndCapacitiesoperación se invoca de forma explícita.

• InService: el punto de conexión está disponible para procesar solicitudes entrantes.
• Deleting: DeleteEndpointestá en ejecución.
• Failed: no se pudo crear, actualizar ni reescalar el punto de conexión. Utilice DescribeEndpoint: 

FailureReason para obtener información sobre la falla. DeleteEndpointes la única operación que se 
puede realizar en un punto final defectuoso.

Describa un HostingDeployment

Puede obtener los detalles de la depuración mediante el comando describe kubectl.

kubectl describe hostingdeployment

El resultado debería tener el siguiente aspecto:

Name:         host-xgboost
Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration: 
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"HostingDeployment","metadata":{"annotations":{},"name":"host-
xgboost","namespace":"def..."
API Version:  sagemaker.aws.amazon.com/v1
Kind:         HostingDeployment
Metadata: 
  Creation Timestamp:  2019-11-22T19:40:00Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        1 
  Resource Version:  4258134 
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
hostingdeployments/host-xgboost 
  UID:               def0e83e-0d5f-11ea-aa45-0a3507uiduid
Spec: 
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  Containers: 
    Container Hostname:  xgboost 
    Image:               123456789012.dkr.ecr.us-east-2.amazonaws.com/xgboost:latest 
    Model Data URL:      s3://my-bucket/inference/xgboost-mnist/model.tar.gz 
  Models: 
    Containers: 
      xgboost 
    Execution Role Arn:  arn:aws:iam::123456789012:role/service-role/AmazonSageMaker-
ExecutionRole 
    Name:                xgboost-model 
    Primary Container:   xgboost 
  Production Variants: 
    Initial Instance Count:  1 
    Instance Type:           ml.c5.large 
    Model Name:              xgboost-model 
    Variant Name:            all-traffic 
  Region:                    us-east-2
Status: 
  Creation Time:         2019-11-22T19:40:04Z 
  Endpoint Arn:          arn:aws:sagemaker:us-east-2:123456789012:endpoint/host-
xgboost-def0e83e0d5f11eaaaexample 
  Endpoint Config Name:  host-xgboost-1-def0e83e0d5f11e-e08f6c510d5f11eaaa450aexample 
  Endpoint Name:         host-xgboost-def0e83e0d5f11eaaa450a350733ba06 
  Endpoint Status:       Creating 
  Endpoint URL:          https://runtime.sagemaker.us-east-2.amazonaws.com/endpoints/
host-xgboost-def0e83e0d5f11eaaaexample/invocations 
  Last Check Time:       2019-11-22T19:43:57Z 
  Last Modified Time:    2019-11-22T19:40:04Z 
  Model Names: 
    Name:   xgboost-model 
    Value:  xgboost-model-1-def0e83e0d5f11-df5cc9fd0d5f11eaaa450aexample
Events:     <none>

El campo de estado proporciona más información mediante los siguientes campos:

• Additional: información adicional sobre el estado de la implementación de alojamiento. Este 
campo es opcional y solo se rellena en caso de error.

• Creation Time: Cuándo se creó el punto final en SageMaker.
• Endpoint ARN: El ARN del SageMaker punto final.
• Endpoint Config Name: el SageMaker nombre de la configuración del punto final.
• Endpoint Name: el SageMaker nombre del punto final.
• Endpoint Status: el estado del punto de conexión.
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• Endpoint URL: La URL de HTTPS que se puede utilizar para acceder al punto de conexión. Para 
obtener más información, consulte Implementación de un modelo en los servicios de SageMaker 
alojamiento.

• FailureReason: si un comando de creación, actualización o eliminación produce un error, la 
causa se muestra aquí.

• Last Check Time: la última vez que el operador comprobó el estado del punto de conexión.
• Last Modified Time: la última vez que se modificó el punto de conexión.
• Model Names: un par clave-valor de nombres de HostingDeployment modelos y nombres de 

SageMaker modelos.

Invocación del punto de conexión

Una vez que el estado del punto de conexión es InService, puede invocarlo de dos maneras: 
mediante la AWS CLI, que realiza la autenticación y firma las solicitudes de URL, o mediante un 
cliente HTTP como cURL. Si utiliza su propio cliente, tendrá que realizar usted mismo la firma y 
autenticación de la URL de AWS v4.

Para invocar el punto de conexión mediante la AWS CLI, ejecute el siguiente comando. Asegúrese 
de sustituir el nombre de la región y del punto final por el nombre de la región y el nombre del 
SageMaker punto final. Esta información se puede obtener de la salida de kubectl describe.

# Invoke the endpoint with mock input data.
aws sagemaker-runtime invoke-endpoint \ 
  --region us-east-2 \ 
  --endpoint-name <endpoint name> \ 
  --body $(seq 784 | xargs echo | sed 's/ /,/g') \ 
  >(cat) \ 
  --content-type text/csv > /dev/null

Por ejemplo, si su región es us-east-2 y el nombre de la configuración de su punto de conexión 
es host-xgboost-f56b6b280d7511ea824b129926example, el siguiente comando invocará el 
punto de conexión:

aws sagemaker-runtime invoke-endpoint \ 
  --region us-east-2 \ 
  --endpoint-name host-xgboost-f56b6b280d7511ea824b1299example \ 
  --body $(seq 784 | xargs echo | sed 's/ /,/g') \ 
  >(cat) \ 
  --content-type text/csv > /dev/null
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4.95847082138

Aquí, 4.95847082138 es la predicción del modelo para los datos simulados.

Actualice HostingDeployment

1. Una vez HostingDeployment que tiene un estado deInService, se puede actualizar. Su puesta 
en servicio puede tardar unos 10 minutos. HostingDeployment Para verificar que el estado sea
InService, utilice el siguiente comando:

kubectl get hostingdeployments

2. Se HostingDeployment puede actualizar antes de que aparezca el estadoInService. El 
operador espera a que llegue el SageMaker punto final InService antes de aplicar la 
actualización.

Para aplicar una actualización, modifique el archivo hosting.yaml. Por ejemplo, cambie el 
campo initialInstanceCount de 1 a 2 de la siguiente manera:

apiVersion: sagemaker.aws.amazon.com/v1
kind: HostingDeployment
metadata: 
  name: host-xgboost
spec: 
    region: us-east-2 
    productionVariants: 
        - variantName: all-traffic 
          modelName: xgboost-model 
          initialInstanceCount: 2 
          instanceType: ml.c5.large 
    models: 
        - name: xgboost-model 
          executionRoleArn: arn:aws:iam::123456789012:role/service-role/
AmazonSageMaker-ExecutionRole 
          primaryContainer: xgboost 
          containers: 
            - xgboost 
    containers: 
        - containerHostname: xgboost 
          modelDataUrl: s3://my-bucket/inference/xgboost-mnist/model.tar.gz 
          image: 123456789012.dkr.ecr.us-east-2.amazonaws.com/xgboost:latest
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3. Guarda el archivo y use kubectl para aplicar la actualización de la siguiente manera. Debería 
ver el cambio de estado de InService a ReconcilingEndpoint y, a continuación, a
Updating.

$ kubectl apply -f hosting.yaml
hostingdeployment.sagemaker.aws.amazon.com/host-xgboost configured

$ kubectl get hostingdeployments
NAME           STATUS                SAGEMAKER-ENDPOINT-NAME
host-xgboost   ReconcilingEndpoint   host-xgboost-def0e83e0d5f11eaaa450a350abcdef

$ kubectl get hostingdeployments
NAME           STATUS     SAGEMAKER-ENDPOINT-NAME
host-xgboost   Updating   host-xgboost-def0e83e0d5f11eaaa450a3507abcdef

SageMaker implementa un nuevo conjunto de instancias con sus modelos, cambia el tráfico para 
usar las nuevas instancias y agota las instancias antiguas. En cuanto comience este proceso, el 
estado pasará a ser Updating. Una vez completada la actualización, su punto de conexión pasa a 
ser InService. Este proceso puede tardar aproximadamente 10 minutos.

Elimine el HostingDeployment

1. Se utiliza kubectl para eliminar un HostingDeployment con el siguiente comando:

kubectl delete hostingdeployments host-xgboost

El resultado debería tener el siguiente aspecto:

hostingdeployment.sagemaker.aws.amazon.com "host-xgboost" deleted

2. Para comprobar que se haya eliminado la implementación de alojamiento, utilice el siguiente 
comando:

kubectl get hostingdeployments
No resources found.

Los puntos finales que se hayan eliminado no incurrirán en ningún cargo por SageMaker los 
recursos.
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¿El operador ProcessingJob

ProcessingJob los operadores se utilizan para lanzar los trabajos SageMaker de procesamiento de 
Amazon. Para obtener más información sobre el SageMaker procesamiento de trabajos, consulte
CreateProcessingJob.

Temas

• Cree un ProcessingJob mediante un archivo YAML

• Lista ProcessingJobs

• Describa un ProcessingJob

• Eliminar un ProcessingJob

Cree un ProcessingJob mediante un archivo YAML

Sigue estos pasos para crear un trabajo de SageMaker procesamiento de Amazon mediante un 
archivo YAML:

1. Descargue el script de preprocesamiento kmeans_preprocessing.py.

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/kmeans_preprocessing.py

2. En uno de sus buckets de Amazon Simple Storage Service (Amazon S3), cree una carpeta
mnist_kmeans_example/processing_code y cargue el script en la carpeta.

3. Descargue el archivo kmeans-mnist-processingjob.yaml.

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/kmeans-mnist-processingjob.yaml

4. Edite el archivo YAML para especificar su sagemaker-execution-role y reemplace todas 
las instancias de my-bucket por su bucket de S3.

...
metadata: 
  name: kmeans-mnist-processing
... 
  roleArn: arn:aws:iam::<acct-id>:role/service-role/<sagemaker-execution-role>
  ... 
  processingOutputConfig: 
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    outputs: 
      ... 
          s3Output: 
            s3Uri: s3://<my-bucket>/mnist_kmeans_example/output/ 
  ... 
  processingInputs: 
    ... 
        s3Input: 
          s3Uri: s3://<my-bucket>/mnist_kmeans_example/processing_code/
kmeans_preprocessing.py

sagemaker-execution-roleDeben tener permisos para SageMaker poder acceder a 
su bucket de S3 CloudWatch, Amazon y otros servicios en su nombre. Para obtener más 
información sobre la creación de una función de ejecución, consulte SageMakerFunciones.

5. Aplique el archivo YAML mediante uno de los siguientes comandos:

Para una instalación basada en el clúster:

kubectl apply -f kmeans-mnist-processingjob.yaml

Para una instalación basada en el espacio de nombres:

kubectl apply -f kmeans-mnist-processingjob.yaml -n <NAMESPACE>

Lista ProcessingJobs

Utilice uno de los siguientes comandos para enumerar todos los trabajos creados con el 
ProcessingJob operador. SAGEMAKER-JOB-NAME proviene de la metadata sección del archivo 
YAML.

Para una instalación basada en el clúster:

kubectl get ProcessingJob kmeans-mnist-processing

Para una instalación basada en el espacio de nombres:

kubectl get ProcessingJob -n <NAMESPACE> kmeans-mnist-processing

El resultado debería tener un aspecto similar al siguiente:
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NAME                    STATUS     CREATION-TIME        SAGEMAKER-JOB-NAME
kmeans-mnist-processing InProgress 2020-09-22T21:13:25Z kmeans-mnist-
processing-7410ed52fd1811eab19a165ae9f9e385

La salida muestra todos los trabajos, independientemente de su estado. Para eliminar un trabajo de 
la lista, consulte Delete a Processing Job.

ProcessingJob Estado

• SynchronizingK8sJobWithSageMaker: el trabajo se envía primero al clúster. El operador ha 
recibido la solicitud y se está preparando para crear el trabajo de procesamiento.

• Reconciling: el operador está inicializando o recuperándose de errores transitorios, entre otros. 
Si el trabajo de procesamiento permanece en este estado, utilice el comando kubectl describe
para ver el motivo en el campo Additional.

• InProgress | Completed | Failed | Stopping | Stopped— Estado del trabajo 
SageMaker de procesamiento. Para obtener más información, consulte DescribeProcessingJob.

• Error: el operador no puede recuperarse mediante la conciliación.

Los trabajos que se completen, se detengan o fallen no incurren en cargos adicionales por 
SageMaker los recursos.

Describa un ProcessingJob

Utilice uno de los siguientes comandos para obtener más detalles sobre un trabajo de 
procesamiento. Estos comandos se utilizan normalmente para depurar un problema o comprobar los 
parámetros de un trabajo de procesamiento.

Para una instalación basada en el clúster:

kubectl describe processingjob kmeans-mnist-processing

Para una instalación basada en el espacio de nombres:

kubectl describe processingjob kmeans-mnist-processing -n <NAMESPACE>

La salida del trabajo de procesamiento debería tener un aspecto similar al siguiente.

$ kubectl describe ProcessingJob kmeans-mnist-processing
Name:         kmeans-mnist-processing
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Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration: 
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"ProcessingJob","metadata":{"annotations":{},"name":"kmeans-mnist-
processing",...
API Version:  sagemaker.aws.amazon.com/v1
Kind:         ProcessingJob
Metadata: 
  Creation Timestamp:  2020-09-22T21:13:25Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        2 
  Resource Version:  21746658 
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
processingjobs/kmeans-mnist-processing 
  UID:               7410ed52-fd18-11ea-b19a-165ae9f9e385
Spec: 
  App Specification: 
    Container Entrypoint: 
      python 
      /opt/ml/processing/code/kmeans_preprocessing.py 
    Image Uri:  763104351884.dkr.ecr.us-west-2.amazonaws.com/pytorch-training:1.5.0-
cpu-py36-ubuntu16.04 
  Environment: 
    Name:   MYVAR 
    Value:  my_value 
    Name:   MYVAR2 
    Value:  my_value2 
  Network Config: 
  Processing Inputs: 
    Input Name:  mnist_tar 
    s3Input: 
      Local Path:   /opt/ml/processing/input 
      s3DataType:   S3Prefix 
      s3InputMode:  File 
      s3Uri:        s3://<s3bucket>-us-west-2/algorithms/kmeans/mnist/mnist.pkl.gz 
    Input Name:     source_code 
    s3Input: 
      Local Path:   /opt/ml/processing/code 
      s3DataType:   S3Prefix 
      s3InputMode:  File 
      s3Uri:        s3://<s3bucket>/mnist_kmeans_example/processing_code/
kmeans_preprocessing.py 
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  Processing Output Config: 
    Outputs: 
      Output Name:  train_data 
      s3Output: 
        Local Path:    /opt/ml/processing/output_train/ 
        s3UploadMode:  EndOfJob 
        s3Uri:         s3://<s3bucket>/mnist_kmeans_example/output/ 
      Output Name:     test_data 
      s3Output: 
        Local Path:    /opt/ml/processing/output_test/ 
        s3UploadMode:  EndOfJob 
        s3Uri:         s3://<s3bucket>/mnist_kmeans_example/output/ 
      Output Name:     valid_data 
      s3Output: 
        Local Path:    /opt/ml/processing/output_valid/ 
        s3UploadMode:  EndOfJob 
        s3Uri:         s3://<s3bucket>/mnist_kmeans_example/output/ 
  Processing Resources: 
    Cluster Config: 
      Instance Count:     1 
      Instance Type:      ml.m5.xlarge 
      Volume Size In GB:  20 
  Region:                 us-west-2 
  Role Arn:               arn:aws:iam::<acct-id>:role/m-sagemaker-role 
  Stopping Condition: 
    Max Runtime In Seconds:  1800 
  Tags: 
    Key:    tagKey 
    Value:  tagValue
Status: 
  Cloud Watch Log URL:             https://us-west-2.console.aws.amazon.com/cloudwatch/
home?region=us-west-2#logStream:group=/aws/sagemaker/ProcessingJobs;prefix=kmeans-
mnist-processing-7410ed52fd1811eab19a165ae9f9e385;streamFilter=typeLogStreamPrefix 
  Last Check Time:                 2020-09-22T21:14:29Z 
  Processing Job Status:           InProgress 
  Sage Maker Processing Job Name:  kmeans-mnist-
processing-7410ed52fd1811eab19a165ae9f9e385
Events:                            <none>

Eliminar un ProcessingJob

Al eliminar un trabajo de procesamiento, el trabajo de SageMaker procesamiento se elimina de 
Kubernetes, pero el trabajo no se elimina de. SageMaker Si el estado del trabajo es, InProgress el 
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trabajo SageMaker se detiene. Los trabajos de procesamiento que están parados no generan ningún 
cargo por SageMaker los recursos. Utilice uno de los siguientes comandos para eliminar un trabajo 
de procesamiento.

Para una instalación basada en el clúster:

kubectl delete processingjob kmeans-mnist-processing

Para una instalación basada en el espacio de nombres:

kubectl delete processingjob kmeans-mnist-processing -n <NAMESPACE>

La salida del trabajo de procesamiento debería tener un aspecto similar al siguiente.

processingjob.sagemaker.aws.amazon.com "kmeans-mnist-processing" deleted

Note

SageMaker no elimina el trabajo de procesamiento. Los trabajos detenidos siguen 
mostrándose en la SageMaker consola. El delete comando tarda unos minutos en limpiar 
los recursos SageMaker.

HostingAutoscalingPolicy Operador (HAP)

El operador HostingAutoscalingPolicy (HAP) toma como entrada una lista de identificadores de 
recursos y aplica la misma política a cada uno de ellos. Cada ID de recurso es una combinación 
de un nombre de punto de conexión y un nombre de variante. El operador HAP realiza dos pasos: 
registra los ID de los recursos y, a continuación, aplica la política de escalado a cada ID de recurso.
Delete deshace ambas acciones. Puede aplicar el HAP a un SageMaker punto final existente o 
puede crear un nuevo SageMaker punto final con el HostingDeployment operador. Puede obtener 
más información sobre el SageMaker escalado automático en la documentación de la política de 
escalado automático de la aplicación.

Note

En sus comandos kubectl, puede utilizar la forma abreviada,hap, en lugar de
hostingautoscalingpolicy.
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Temas

• Cree una HostingAutoscalingPolicy utilizando un archivo YAML

• Lista HostingAutoscalingPolicies

• Describa un HostingAutoscalingPolicy

• Actualice un HostingAutoscalingPolicy

• Elimine un HostingAutoscalingPolicy

• Actualice o elimine un punto final con un HostingAutoscalingPolicy

Cree una HostingAutoscalingPolicy utilizando un archivo YAML

Utilice un archivo YAML para crear un HostingAutoscalingPolicy (HAP) que aplique una métrica 
predefinida o personalizada a uno o varios puntos finales. SageMaker

Amazon SageMaker requiere valores específicos para aplicar el escalado automático a tu variante. 
Si estos valores no se indican en la especificación de YAML, el operador HAP aplica los siguientes 
valores predeterminados.

# Do not change
Namespace                    = "sagemaker"
# Do not change
ScalableDimension            = "sagemaker:variant:DesiredInstanceCount"
# Only one supported
PolicyType                   = "TargetTrackingScaling"
# This is the default policy name but can be changed to apply a custom policy
DefaultAutoscalingPolicyName = "SageMakerEndpointInvocationScalingPolicy"

Utilice los siguientes ejemplos para crear una HAP que aplique una métrica predefinida o 
personalizada a uno o varios puntos de conexión.

Ejemplo 1: Aplicar una métrica predefinida a una única variante del punto de conexión

1. Descargue el archivo YAML de muestra para la métrica predefinida con el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/hap-predefined-metric.yaml

2. Edite el archivo YAML para especificar su endpointName, variantName y Region.

3. Use uno de los siguientes comandos para aplicar una métrica predefinida a un único ID de 
recurso (combinación de nombre de punto de conexión y nombre de variante).
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Para una instalación basada en el clúster:

kubectl apply -f hap-predefined-metric.yaml

Para una instalación basada en el espacio de nombres:

kubectl apply -f hap-predefined-metric.yaml -n <NAMESPACE>

Ejemplo 2: Aplicar una métrica personalizada a una única variante del punto de conexión

1. Descargue el archivo YAML de muestra para la métrica personalizada con el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/hap-custom-metric.yaml

2. Edite el archivo YAML para especificar su endpointName, variantName y Region.

3. Use uno de los siguientes comandos para aplicar una métrica personalizada a un único ID de 
recurso (combinación de nombre de punto de conexión y nombre de variante) en lugar de la
SageMakerVariantInvocationsPerInstance recomendada.

Note

Amazon SageMaker no comprueba la validez de tus especificaciones de YAML.

Para una instalación basada en el clúster:

kubectl apply -f hap-custom-metric.yaml

Para una instalación basada en el espacio de nombres:

kubectl apply -f hap-custom-metric.yaml -n <NAMESPACE>
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Ejemplo 3: Aplicar una política de escalado a varios puntos de conexión y variantes

Puede utilizar el operador HAP para aplicar la misma política de escalado a varios ID de recursos. 
Se crea una solicitud de scaling_policy independiente para cada ID de recurso (combinación de 
nombre de punto de conexión y nombre de variante).

1. Descargue el archivo YAML de muestra para la métrica predefinida con el siguiente comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/hap-predefined-metric.yaml

2. Edita el archivo YAML para especificar su Region y varios valores de endpointName y
variantName.

3. Use uno de los siguientes comandos para aplicar una métrica predefinida a varios ID de 
recursos (combinaciones de nombre de punto de conexión y nombre de variante).

Para una instalación basada en el clúster:

kubectl apply -f hap-predefined-metric.yaml

Para una instalación basada en el espacio de nombres:

kubectl apply -f hap-predefined-metric.yaml -n <NAMESPACE>

Consideraciones HostingAutoscalingPolicies para varios puntos finales y variantes

Las siguientes consideraciones se aplican cuando se utilizan varios ID de recursos:

• Si aplica una única política a varios ID de recursos, se crea un PolicyARN por ID de recurso. Cinco 
puntos de conexión tienen cinco PolicyARN. Al ejecutar el comando describe en la política, las 
respuestas se muestran como un solo trabajo e incluyen un solo estado de trabajo.

• Si aplica una métrica personalizada a varios ID de recursos, se utiliza la misma dimensión o valor 
para todos los valores de ID de recurso (variante). Por ejemplo, si aplica una métrica de cliente a 
las instancias 1 a 5 y la dimensión de la variante de punto de conexión se asigna a la variante 1, 
cuando la variante 1 supera las métricas, todos los puntos de conexión se escalan verticalmente o 
reducen verticalmente.

• El operador HAP admite la actualización de la lista de los ID de recursos. Si modifica, agrega o 
elimina los ID de recursos de la especificación, la política de escalado automático se elimina de la 
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lista anterior de variantes y se aplica a las combinaciones de ID de recurso recién especificadas. 
Utilice el comando describe para enumerar los ID de recursos a los que se aplica la política 
actualmente.

Lista HostingAutoscalingPolicies

Utilice uno de los siguientes comandos para enumerar todos los HostingAutoscalingPolicies (HAP) 
creados con el operador HAP.

Para una instalación basada en el clúster:

kubectl get hap

Para una instalación basada en el espacio de nombres:

kubectl get hap -n <NAMESPACE>

El resultado debería tener un aspecto similar al siguiente:

NAME             STATUS   CREATION-TIME
hap-predefined   Created  2021-07-13T21:32:21Z

Utilice el siguiente comando para comprobar el estado de su HostingAutoscalingPolicy (HAP).

kubectl get hap <job-name>

Se devuelve uno de los siguientes valores:

• Reconciling: algunos tipos de errores muestran el estado como Reconciling en lugar de
Error. Algunos ejemplos son errores del servidor y puntos de conexión en el estado Creating o
Updating. Para obtener más detalles, consulte el campo Additional de los registros de estado 
o de los registros del operador.

• Created

• Error

Para ver el punto de conexión de escalado automático al que aplicó la política

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.
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2. En el panel lateral izquierdo, amplíe Inferencia.

3. Elija Puntos de conexión.

4. Seleccione el nombre del punto de conexión de interés.

5. Desplácese hasta la sección Configuración del tiempo de ejecución del punto de conexión.

Describa un HostingAutoscalingPolicy

Use el siguiente comando para obtener más detalles sobre un HostingAutoscalingPolicy (HAP). 
Estos comandos se utilizan normalmente para solucionar un problema o comprobar los ID de 
recursos (combinaciones de nombres de punto de conexión y nombres de variantes) de una HAP.

kubectl describe hap <job-name>

Actualice un HostingAutoscalingPolicy

El operador HostingAutoscalingPolicy (HAP) admite las actualizaciones. Puede editar su 
especificación de YAML para cambiar los valores y luego volver a aplicar la política. El operador HAP 
elimina la política existente y aplica la nueva política.

Elimine un HostingAutoscalingPolicy

Utilice uno de los siguientes comandos para eliminar una política HostingAutoscalingPolicy (HAP).

Para una instalación basada en el clúster:

kubectl delete hap hap-predefined

Para una instalación basada en el espacio de nombres:

kubectl delete hap hap-predefined -n <NAMESPACE>

Este comando elimina la política de escalado y anula el registro del objetivo de escalado en 
Kubernetes. Este comando devuelve la siguiente salida:

hostingautoscalingpolicies.sagemaker.aws.amazon.com "hap-predefined" deleted
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Actualice o elimine un punto final con un HostingAutoscalingPolicy

Para actualizar un punto final que tiene un HostingAutoscalingPolicy (HAP), utilice el kubectl
delete comando para eliminar el HAP, actualizar el punto final y, a continuación, volver a aplicar el 
HAP.

Para eliminar un punto de conexión que tiene una HAP, utilice el comando kubectl delete para 
eliminar la HAP antes de eliminar el punto de conexión.

Migrar recursos a los operadores más recientes

Vamos a detener el desarrollo y el soporte técnico de la versión original de Operators for Kubernetes. 
SageMaker

Si actualmente utilizas la versión v1.2.2 o anterior de  SageMaker Operators for Kubernetes, te 
recomendamos migrar tus recursos al controlador de servicios ACK para Amazon. SageMaker El 
controlador de servicios ACK es una nueva generación de SageMaker operadores para Kubernetes 
basada en Controllers for Kubernetes (ACK). AWS

Para obtener respuestas a las preguntas frecuentes sobre la finalización del soporte de la versión 
original de Operators for Kubernetes, consulte SageMaker Anunciamos el fin del soporte de la 
versión original de SageMaker Operators for Kubernetes

Sigue los siguientes pasos para migrar tus recursos y usa ACK para entrenar, ajustar e implementar 
modelos de aprendizaje automático con Amazon SageMaker.

Note

Los SageMaker operadores más recientes para Kubernetes no son compatibles con 
versiones anteriores.

Contenido

• Requisitos previos

• Adoptar recursos

• Borrar los recursos antiguos

• Usa los nuevos SageMaker operadores para Kubernetes
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Requisitos previos

Para migrar correctamente los recursos a las versiones más recientes de SageMaker Operators for 
Kubernetes, debes hacer lo siguiente:

1. Instale los SageMaker operadores más recientes para Kubernetes. Consulte Configuración en
Machine Learning con el SageMaker controlador ACK para step-by-step obtener instrucciones.

2. Si utiliza HostingAutoscalingPolicyrecursos, instale el nuevo operador de escalado automático 
de aplicaciones. Consulte Configuración en Scale SageMaker Workloads with Application 
Auto Scaling para obtener step-by-step instrucciones. Este paso es opcional si no utiliza 
HostingAutoScalingPolicy recursos.

Si los permisos están configurados correctamente, el controlador de SageMaker servicio ACK puede 
determinar la especificación y el estado del AWS recurso y conciliar el recurso como si el controlador 
ACK lo hubiera creado originalmente.

Adoptar recursos

Los nuevos SageMaker operadores de Kubernetes permiten adoptar recursos que no fueron creados 
originalmente por el controlador de servicios ACK. Para obtener más información al respecto, 
consulte Adopt Existing AWS Resources en la documentación de ACK.

Los siguientes pasos muestran cómo los nuevos SageMaker operadores de Kubernetes pueden 
adoptar un punto final existente. SageMaker Guarde el siguiente ejemplo como un archivo llamado
adopt-endpoint-sample.yaml.

apiVersion: services.k8s.aws/v1alpha1
kind: AdoptedResource
metadata: 
  name: adopt-endpoint-sample
spec:   
  aws: 
    # resource to adopt, not created by ACK 
    nameOrID: xgboost-endpoint 
  kubernetes: 
    group: sagemaker.services.k8s.aws 
    kind: Endpoint 
    metadata: 
      # target K8s CR name 
      name: xgboost-endpoint
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Envíe el recurso personalizado (CR) mediante kubectl apply:

kubectl apply -f adopt-endpoint-sample.yaml

Use kubectl describe para comprobar las condiciones de estado del recurso adoptado.

kubectl describe adoptedresource adopt-endpoint-sample

Compruebe que la condición ACK.Adopted sea True. La salida debería tener un aspecto similar al 
siguiente ejemplo:

---
kind: AdoptedResource
metadata: 
  annotations: 
    kubectl.kubernetes.io/last-applied-configuration: '{"apiVersion":"services.k8s.aws/
v1alpha1","kind":"AdoptedResource","metadata":{"annotations":{},"name":"xgboost-
endpoint","namespace":"default"},"spec":{"aws":{"nameOrID":"xgboost-
endpoint"},"kubernetes":
{"group":"sagemaker.services.k8s.aws","kind":"Endpoint","metadata":{"name":"xgboost-
endpoint"}}}}' 
  creationTimestamp: '2021-04-27T02:49:14Z' 
  finalizers: 
  - finalizers.services.k8s.aws/AdoptedResource 
  generation: 1 
  name: adopt-endpoint-sample 
  namespace: default 
  resourceVersion: '12669876' 
  selfLink: "/apis/services.k8s.aws/v1alpha1/namespaces/default/adoptedresources/adopt-
endpoint-sample" 
  uid: 35f8fa92-29dd-4040-9d0d-0b07bbd7ca0b
spec: 
  aws: 
    nameOrID: xgboost-endpoint 
  kubernetes: 
    group: sagemaker.services.k8s.aws 
    kind: Endpoint 
    metadata: 
      name: xgboost-endpoint
status: 
  conditions: 
  - status: 'True' 
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    type: ACK.Adopted

Compruebe que el recurso existe en el clúster:

kubectl describe endpoints.sagemaker xgboost-endpoint

HostingAutoscalingPolicyrecursos

El recurso HostingAutoscalingPolicy (HAP) consta de varios recursos de escalado automático 
de aplicaciones: ScalableTarget y ScalingPolicy. Al adoptar un recurso HAP con ACK, 
instale primero el controlador de escalado automático de aplicaciones. Para adoptar los recursos 
HAP, debe adoptar ambos recursos, ScalableTarget y ScalingPolicy. Encontrará el 
identificador de recursos de estos recursos en el estado del recurso HostingAutoscalingPolicy
(status.ResourceIDList).

HostingDeployment recursos

El HostingDeployment recurso consta de varios SageMaker recursos:
EndpointEndpointConfig, y cada unoModel. Si adoptas un SageMaker punto final en 
ACK, debes adoptar el EndpointEndpointConfig, y cada uno Model por separado. Los 
nombres de Endpoint, EndpointConfig y Model se encuentran en el estado del recurso
HostingDeployment (status.endpointName, status.endpointConfigName y
status.modelNames).

Para obtener una lista de todos los SageMaker recursos compatibles, consulta la referencia de la API 
de ACK.

Borrar los recursos antiguos

Una vez que los nuevos SageMaker operadores de Kubernetes adopten tus recursos, podrás 
desinstalar los operadores antiguos y limpiar los recursos antiguos.

Paso 1: Desinstalar el operador antiguo

Para desinstalar el operador anterior, consulte Eliminación de operadores.

Warning

Desinstale el operador antiguo antes de eliminar cualquier recurso antiguo.
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Paso 2: Eliminar los finalizadores y eliminar los recursos antiguos

Warning

Antes de eliminar los recursos antiguos, asegúrese de haber desinstalado el operador 
antiguo.

Tras desinstalar el operador antiguo, debe eliminar de forma explícita los finalizadores para eliminar 
los recursos del operador antiguo. El siguiente script de ejemplo muestra cómo eliminar todos 
los trabajos de entrenamiento administrados por el operador antiguo en un espacio de nombres 
determinado. Puede utilizar un patrón similar para eliminar recursos adicionales una vez que los 
adopte el nuevo operador.

Note

Debe utilizar los nombres completos de los recursos para obtenerlos. Por ejemplo, utilice
kubectl get trainingjobs.sagemaker.aws.amazon.com en lugar de kubectl 
get trainingjob.

namespace=sagemaker_namespace
training_jobs=$(kubectl get trainingjobs.sagemaker.aws.amazon.com -n $namespace -ojson 
 | jq -r '.items | .[] | .metadata.name') 
  
for job in $training_jobs
do 
    echo "Deleting $job resource in $namespace namespace" 
    kubectl patch trainingjobs.sagemaker.aws.amazon.com $job -n $namespace -p 
 '{"metadata":{"finalizers":null}}' --type=merge 
    kubectl delete trainingjobs.sagemaker.aws.amazon.com $job -n $namespace
done

Usa los nuevos SageMaker operadores para Kubernetes

Para obtener guías detalladas sobre el uso de los nuevos SageMaker operadores para Kubernetes, 
consulte Usa operadores para Kubernetes SageMaker
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Anunciamos el fin del soporte de la versión original de SageMaker Operators for Kubernetes

Esta página anuncia el fin del soporte para la versión original de SageMaker Operators for 
Kubernetes y proporciona respuestas a las preguntas más frecuentes, así como información sobre 
la migración del controlador de servicios ACK para Amazon SageMaker, una nueva generación de 
SageMaker Operadores para Kubernetes totalmente compatibles. Para obtener información general 
sobre los nuevos SageMaker operadores de Kubernetes, consulte. Operadores más recientes 
SageMaker para Kubernetes

Preguntas frecuentes sobre la finalización del soporte

Contenido

• ¿Por qué vamos a dejar de ofrecer soporte a la versión original de SageMaker Operators for 
Kubernetes?

• ¿Dónde puedo encontrar más información sobre los nuevos SageMaker operadores para 
Kubernetes y ACK?

• ¿Qué significa la finalización del soporte (EOS)?

• ¿Cómo puedo migrar mi carga de trabajo a los nuevos SageMaker Operators for Kubernetes con 
fines de formación e inferencia?

• ¿A qué versión de ACK debo migrar?

• ¿Los SageMaker operadores iniciales de Kubernetes y los nuevos operadores (controlador de 
servicio ACK para Amazon SageMaker) son funcionalmente equivalentes?

¿Por qué vamos a dejar de ofrecer soporte a la versión original de SageMaker Operators for 
Kubernetes?

Los usuarios ahora pueden aprovechar el controlador de servicios ACK para Amazon SageMaker. El 
controlador de servicios ACK es una nueva generación de SageMaker operadores para Kubernetes 
basada en AWSControllers for Kubernetes (ACK), un proyecto impulsado por la comunidad y 
optimizado para la producción, que estandariza la forma de exponer los servicios a través de un 
operador de Kubernetes. AWS Por ello, anunciamos el fin del soporte (EOS) para la versión original 
(no basada en ACK) de Operators for Kubernetes. SageMaker  El soporte finaliza el 15 de febrero de 
2023 junto con Amazon Elastic Kubernetes Service Kubernetes 1.21.

Para obtener más información sobre ACK, consulte ACK history and tenets.
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¿Dónde puedo encontrar más información sobre los nuevos SageMaker operadores para Kubernetes 
y ACK?

• Para obtener más información sobre los nuevos SageMaker Operators for Kubernetes, consulte el 
SageMaker GitHub repositorio de Controllers for Kubernetes Service Controller for Amazon o lea la 
documentación de AWSControllers for Kubernetes.

• Para ver un tutorial sobre cómo entrenar un modelo de aprendizaje automático con el controlador 
de servicio ACK para Amazon SageMaker mediante Amazon EKS, consulte este SageMaker 
ejemplo.

Para ver un ejemplo de escalado automático, consulte Escalar SageMaker cargas de trabajo con 
Application Auto Scaling.

• Para obtener información sobre el controlador de AWS para Kubernetes (ACK), consulte la 
documentación de los controladores de AWS para Kubernetes (ACK).

• Para obtener una lista de los SageMaker recursos compatibles, consulte la referencia de la API 
ACK.

¿Qué significa la finalización del soporte (EOS)?

Si bien los usuarios pueden seguir utilizando sus operadores actuales, ya no estamos desarrollando 
nuevas funciones para los operadores ni publicaremos parches o actualizaciones de seguridad 
para solucionar los problemas detectados. v1.2.2es la última versión de SageMaker Operators for 
Kubernetes. Los usuarios deben migrar sus cargas de trabajo para usar el controlador de servicios 
ACK para Amazon SageMaker.

¿Cómo puedo migrar mi carga de trabajo a los nuevos SageMaker Operators for Kubernetes con 
fines de formación e inferencia?

Para obtener información sobre la migración de recursos de los SageMaker operadores antiguos a 
los nuevos para Kubernetes, siga este enlace. Migrar recursos a los operadores más recientes

¿A qué versión de ACK debo migrar?

Los usuarios deben migrar a la versión publicada más reciente del controlador de servicio ACK para 
Amazon SageMaker.
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¿Los SageMaker operadores iniciales de Kubernetes y los nuevos operadores (controlador de 
servicio ACK para Amazon SageMaker) son funcionalmente equivalentes?

Sí, tienen paridad de características.

Algunas de las principales diferencias notables entre las dos versiones incluyen las siguientes:

• Las definiciones de recursos personalizadas (CRD) utilizadas por los SageMaker operadores 
basados en ACK para Kubernetes siguen la definición de la AWS API, por lo que son 
incompatibles con las especificaciones de recursos personalizados de los operadores de 
Kubernetes en su versión original. SageMaker Consulte las CRD del nuevo controlador o utilice la 
guía de migración para adoptar los recursos y utilizar el nuevo controlador.

• La Hosting Autoscaling política ya no forma parte de los nuevos SageMaker Operators for 
Kubernetes y se ha migrado al controlador ACK de escalado automático de aplicaciones. Para 
aprender a usar el controlador de escalado automático de la aplicación para configurar el escalado 
automático en los puntos SageMaker finales, siga este ejemplo de escalado automático.

• El recurso HostingDeployment se utilizó para crear modelos, configuraciones de puntos de 
conexión y puntos de conexión en una CRD. El nuevo SageMaker Operators for Kubernetes tiene 
un CRD independiente para cada uno de estos recursos.

SageMaker Componentes para las canalizaciones de Kubeflow

Este documento describe cómo usar los SageMaker componentes para las canalizaciones de 
Kubeflow. Con estos componentes de canalización, puedes crear y supervisar tareas nativas 
de SageMaker formación, ajuste, despliegue de terminales y transformación por lotes desde tus 
canalizaciones de Kubeflow. Al ejecutar las tareas de Kubeflow Pipeline SageMaker, transfieres 
las tareas de procesamiento de datos y formación del clúster de Kubernetes al servicio gestionado 
optimizado para el aprendizaje automático. SageMaker En este documento se presupone tener 
conocimientos previos de Kubernetes y Kubeflow.

Contenido

• ¿Qué son las canalizaciones de Kubeflow?

• ¿Qué son los componentes de una canalización de Kubeflow?

• ¿Por qué usar SageMaker componentes para las canalizaciones de Kubeflow?

• SageMaker Componentes para las versiones de Kubeflow Pipelines

• Lista de SageMaker componentes para las canalizaciones de Kubeflow
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• Permisos de IAM

• Conversión de canalizaciones para su uso SageMaker

• Instalar canalizaciones de Kubeflow

• Usa componentes SageMaker

¿Qué son las canalizaciones de Kubeflow?

Las canalizaciones de Kubeflow (KFP) son una plataforma para crear e implementar flujos de trabajo 
de machine learning (ML) portátiles y escalables basados en contenedores de Docker. La plataforma 
de canalizaciones de Kubeflow consta de lo siguiente:

• Una interfaz de usuario (UI) para administrar y rastrear experimentos, trabajos y ejecuciones.
• Un motor (Argo) para programar flujos de trabajo de ML de varios pasos.
• Un SDK para definir y manipular canalizaciones y componentes.
• Cuadernos para interactuar con el sistema mediante el SDK.

Una canalización es una descripción de un flujo de trabajo de ML que se expresa como un gráfico 
acíclico dirigido. Cada paso del flujo de trabajo se expresa como un componente de una canalización 
de Kubeflow, que es un módulo de AWS SDK for Python (Boto3).

Para obtener más información sobre las canalizaciones de Kubeflow, consulte la documentación de 
las canalizaciones de Kubeflow.

¿Qué son los componentes de una canalización de Kubeflow?

Un componente de canalización de Kubeflow es un conjunto de códigos que se utiliza para ejecutar 
un paso de una canalización de Kubeflow. Los componentes se representan mediante un módulo 
de Python integrado en una imagen de Docker. Cuando se ejecuta la canalización, se crea una 
instancia del contenedor del componente en uno de los nodos de trabajo del clúster de Kubernetes 
que ejecuta Kubeflow, y se ejecuta su lógica. Los componentes de la canalización pueden leer 
las salidas de los componentes anteriores y crear salidas que el siguiente componente de la 
canalización puede consumir. Estos componentes facilitan y agilizan la creación de canalizaciones 
para entornos de experimentación y producción sin tener que interactuar con la infraestructura 
subyacente de Kubernetes.

Puedes usar componentes en tu canalización de Kubeflow. SageMaker En lugar de encapsular la 
lógica en un contenedor personalizado, basta con cargar los componentes y describir la canalización 
mediante el SDK de las canalizaciones de Kubeflow. Cuando la canalización se ejecuta, tus 
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instrucciones se traducen en una SageMaker tarea o implementación. A continuación, la carga de 
trabajo se ejecuta en la infraestructura totalmente gestionada de SageMaker.

¿Por qué usar SageMaker componentes para las canalizaciones de Kubeflow?

SageMaker Los componentes de Kubeflow Pipelines ofrecen una alternativa desde la que iniciar 
tus tareas con un uso intensivo de cómputo. SageMaker Los componentes se integran SageMaker 
con la portabilidad y la organización de Kubeflow Pipelines. Con los SageMaker componentes de 
Kubeflow Pipelines, puede crear y supervisar sus SageMaker recursos como parte de un flujo de 
trabajo de Kubeflow Pipelines. Cada uno de los trabajos de sus procesos se ejecuta en SageMaker 
lugar de ejecutarse en el clúster local de Kubernetes, lo que le permite aprovechar SageMaker 
funciones clave como el etiquetado de datos, el ajuste de hiperparámetros a gran escala y los 
trabajos de formación distribuidos, o el despliegue de modelos escalables y seguros con un solo clic. 
Los parámetros, el estado, los registros y los resultados de los trabajos SageMaker siguen siendo 
accesibles desde la interfaz de usuario de Kubeflow Pipelines.

Los SageMaker componentes integran SageMaker funciones clave en sus flujos de trabajo de 
aprendizaje automático, desde la preparación de datos hasta la creación, el entrenamiento y la 
implementación de modelos de aprendizaje automático. Puede crear una canalización de Kubeflow 
creada íntegramente con estos componentes o integrar componentes individuales en su flujo de 
trabajo según sea necesario. Los componentes están disponibles en una o dos versiones. Cada 
versión de un componente utiliza un backend diferente. Para obtener más información acerca de las 
versiones, consulte SageMaker Componentes para las versiones de Kubeflow Pipelines.

El uso de SageMaker Components for Kubeflow Pipelines no conlleva ningún cargo adicional. Se le 
cobrará por cualquier SageMaker recurso que utilice a través de estos componentes.

SageMaker Componentes para las versiones de Kubeflow Pipelines

SageMaker Los componentes de Kubeflow Pipelines vienen en dos versiones. Cada versión utiliza 
un backend diferente para crear y gestionar los recursos. SageMaker

• Los SageMaker componentes de la versión 1 de Kubeflow Pipelines (v1.x o inferior) utilizan Boto3 
() como backend. AWS SDK for Python (Boto3)

• La versión 2 (v2.0.0-alpha2 y versiones posteriores) de Components for Kubeflow Pipelines utiliza 
Operator for Kubernetes (ACK). SageMaker SageMaker

AWS introdujo ACK para facilitar una forma nativa de Kubernetes de administrar los recursos 
de la nube de AWS. ACK incluye un conjunto de controladores específicos del servicio, uno 
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de los cuales es el controlador. AWS SageMaker El SageMaker controlador facilita que los 
desarrolladores de aprendizaje automático y los científicos de datos utilicen Kubernetes como 
plano de control para entrenar, ajustar e implementar modelos de aprendizaje automático (ML). 
SageMaker Para obtener más información, consulte SageMaker Operadores para Kubernetes

Se admiten ambas versiones de los SageMaker componentes de Kubeflow Pipelines. Sin embargo, 
la versión 2 ofrece algunas ventajas adicionales. En concreto, ofrece:

1. Una experiencia coherente para gestionar sus SageMaker recursos desde cualquier aplicación, 
ya sea que utilice canalizaciones de Kubeflow, Kubernetes CLI (kubectl) u otras aplicaciones de 
Kubeflow, como Notebooks.

2. La flexibilidad de gestionar y supervisar tus recursos fuera del flujo de trabajo de Kubeflow 
Pipeline. SageMaker

3. No tendrás tiempo de configuración para usar los SageMaker componentes si implementaste el
Kubeflow completo en el momento del AWS lanzamiento, ya que el SageMaker Operator forma 
parte de su despliegue.

Lista de SageMaker componentes para las canalizaciones de Kubeflow

La siguiente es una lista de todos los SageMaker componentes de Kubeflow Pipelines y sus 
versiones disponibles. Como alternativa, puedes encontrar todos los SageMaker componentes de las 
canalizaciones de Kubeflow en. GitHub

Note

Recomendamos a los usuarios que utilicen la versión 2 de un SageMaker componente 
siempre que esté disponible.

Componentes Ground Truth

• Ground Truth

El componente Ground Truth le permite enviar trabajos de etiquetado de SageMaker Ground Truth 
directamente desde un flujo de trabajo de Kubeflow Pipelines.
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Versión 1 del componente Versión 2 del componente

SageMaker Componente Ground Truth 
Kubeflow Pipelines versión 1

X

• Workteam

El componente Workteam te permite crear trabajos para equipos de trabajo SageMaker privados 
directamente desde un flujo de trabajo de Kubeflow Pipelines.

Versión 1 del componente Versión 2 del componente

SageMaker crear un equipo de trabajo 
privado: componente Kubeflow Pipelines, 
versión 1

X

Componentes de procesamiento de datos

• Procesando

El componente de procesamiento te permite enviar los trabajos de procesamiento SageMaker 
directamente desde un flujo de trabajo de Kubeflow Pipelines.

Versión 1 del componente Versión 2 del componente

SageMaker Procesamiento del componente 
Kubeflow Pipeline, versión 1

X

Componentes de entrenamiento

• Entrenamiento

El componente de formación te permite enviar trabajos de SageMaker formación directamente 
desde un flujo de trabajo de Kubeflow Pipelines.

Orquestación de Kubernetes 5175

https://github.com/kubeflow/pipelines/tree/master/components/aws/sagemaker/ground_truth
https://github.com/kubeflow/pipelines/tree/master/components/aws/sagemaker/ground_truth
https://github.com/kubeflow/pipelines/tree/master/components/aws/sagemaker/workteam
https://github.com/kubeflow/pipelines/tree/master/components/aws/sagemaker/workteam
https://github.com/kubeflow/pipelines/tree/master/components/aws/sagemaker/workteam
https://github.com/kubeflow/pipelines/tree/master/components/aws/sagemaker/process
https://github.com/kubeflow/pipelines/tree/master/components/aws/sagemaker/process


Amazon SageMaker Guía para desarrolladores

Versión 1 del componente Versión 2 del componente

SageMaker Formación del componente 
Kubeflow Pipelines, versión 1

SageMaker Formación del componente 
Kubeflow Pipelines, versión 2

• Optimización de hiperparámetros

El componente de optimización de hiperparámetros te permite enviar tareas de ajuste de 
hiperparámetros SageMaker directamente desde un flujo de trabajo de Kubeflow Pipelines.

Versión 1 del componente Versión 2 del componente

SageMaker optimización de hiperparámetros: 
componente Kubeflow Pipeline, versión 1

X

Componentes de inferencias

• Implementación de alojamiento

Los componentes de alojamiento permiten implementar un modelo mediante los servicios de 
SageMaker alojamiento de un flujo de trabajo de Kubeflow Pipelines.

Versión 1 del componente Versión 2 del componente

SageMaker Servicios de alojamiento: cree la 
versión 1 del componente Endpoint Kubeflow 
Pipeline.

La versión 2 de los componentes de alojamien 
to consta de los tres subcomponentes 
necesarios para crear una implementación de 
alojamiento en ella. SageMaker

• Un componente de SageMaker Model 
Kubeflow Pipelines, versión 2, responsab 
le de los artefactos del modelo y de la ruta 
de registro de la imagen del modelo que 
contiene el código de inferencia.

• Un componente de Kubeflow Pipelines de 
SageMaker Endpoint Configuration, versión 
2, responsable de definir la configuración 
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Versión 1 del componente Versión 2 del componente

del punto final, como el tipo de instancia, 
los modelos, el número de instancias y la 
opción de inferencia sin servidor.

• Un componente de SageMaker Endpoint 
Kubeflow Pipelines, versión 2, responsable 
de crear o actualizar el punto final tal como 
se especifica en la configuración del punto 
final. SageMaker

• Transformación por lotes

El componente Batch Transform te permite ejecutar trabajos de inferencia para un conjunto de 
datos completo SageMaker desde un flujo de trabajo de Kubeflow Pipelines.

Versión 1 del componente Versión 2 del componente

SageMaker Componente Batch Transform 
Kubeflow Pipeline versión 1

X

• Monitor de modelos

Los componentes de Model Monitor permiten supervisar la calidad de los modelos de aprendizaje 
SageMaker automático en producción a partir de un flujo de trabajo de Kubeflow Pipelines.

Versión 1 del componente Versión 2 del componente

X Los componentes del monitor de modelos 
constan de cuatro subcomponentes para 
supervisar la desviación en un modelo.

• Un componente de Kubeflow Pipelines, 
versión 2, de SageMaker Data Quality Job 
Definition, responsable de monitorear la 
desviación en la calidad de los datos.
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Versión 1 del componente Versión 2 del componente

• Un componente de Kubeflow Pipelines de 
SageMaker Model Quality Job Definition, 
versión 2, responsable de monitorear la 
desviación en las métricas de calidad del 
modelo.

• Un componente de Kubeflow Pipelines, 
versión 2, de SageMaker Model Bias Job 
Definition, responsable de monitorear el 
sesgo en las predicciones de un modelo.

• Un SageMaker modelo de definición de 
trabajo de explicabilidad del componente de 
Kubeflow Pipelines, versión 2, responsable 
de monitorear la desviación en la atribución 
de funciones.

Además, para el monitoreo programado 
con una frecuencia específica, un quinto 
componente, el componente SageMaker 
Monitoring Schedule Kubeflow Pipelines, 
versión 2, se encarga de monitorear los datos
recopilados desde un punto final en tiempo 
real según un cronograma.

Para obtener más información sobre Amazon 
SageMaker Model Monitor, consulteSupervisi 
ón de la calidad de los datos y los modelos.

Permisos de IAM

La implementación de Kubeflow Pipelines con SageMaker componentes requiere los siguientes tres 
niveles de autenticación:

• Un rol de IAM que otorga a su nodo de puerta de enlace (que puede ser su equipo local o una 
instancia remota) acceso al clúster de Amazon Elastic Kubernetes Service (Amazon EKS).
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El usuario que accede al nodo de puerta de enlace asume este rol para:
• Crear un clúster de Amazon EKS e instalar KFP.
• Crear roles de IAM.
• Crear buckets de Amazon S3 para sus datos de entrada de muestra.

El rol requiere los siguientes permisos:
• CloudWatchLogsFullAccess
• AWSCloudFormationFullAccess
• IAM FullAccess
• Amazon S3 FullAccess
• Amazon EC2 FullAccess
• AdminPolicy AmazonEKS (cree esta política con el esquema de los ejemplos de políticas 

basadas en la identidad de Amazon EKS)

• Una función de ejecución de la IAM de Kubernetes que asumen los módulos de canalización 
de Kubernetes () kfp-example-pod-roleo el operador al que acceden los pods del controlador de 
Kubernetes. SageMaker SageMaker Esta función se utiliza para crear y supervisar trabajos desde 
Kubernetes. SageMaker

El rol requiere el siguiente permiso:
• AmazonSageMakerFullAccess

Puede limitar los permisos a los pods de control y KFP creando y asociando su propia política 
personalizada.

• Función de ejecución de SageMaker IAM que asumen los SageMaker trabajos para acceder a 
AWS recursos como Amazon S3 o Amazon ECR (kfp-example-sagemaker-execution-role).

SageMaker los trabajos utilizan este rol para:
• Acceder a SageMaker los recursos
• Ingresar datos desde Amazon S3.
• Guardar su modelo de salida en Amazon S3.

El rol requiere los siguientes permisos:
• AmazonSageMakerFullAccess
• Amazon S3 FullAccess
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Conversión de canalizaciones para su uso SageMaker

Puedes convertir una canalización existente para usarla SageMaker portando tus contenedores 
genéricos de procesamiento de Python y contenedores de entrenamiento. Si los utilizas SageMaker 
para realizar inferencias, también necesitas adjuntar permisos de IAM a tu clúster y convertir un 
artefacto en un modelo.

Instalar canalizaciones de Kubeflow

Las canalizaciones de Kubeflow (KFP) son el componente de orquestación de las canalizaciones de 
Kubeflow.

Puede implementar las canalizaciones de Kubeflow (KFP) en un Amazon Elastic Kubernetes Service 
(Amazon EKS) existente o crear un nuevo clúster de Amazon EKS. Utilice un nodo de puerta de 
enlace para interactuar con el clúster. El nodo de puerta de enlace puede ser su equipo local o una 
instancia de Amazon EC2.

En la siguiente sección, se explican los pasos necesarios para instalar y configurar estos recursos.

Temas

• Elegir una opción de instalación

• Configura tus permisos de canalización para acceder SageMaker

• Acceder a la interfaz de usuario de KFP (panel de Kubeflow)

Elegir una opción de instalación

Las canalizaciones de Kubeflow están disponibles como un componente principal de la distribución 
completa de Kubeflow en AWS o como una instalación independiente.

Seleccione la opción que se aplique a su caso de uso:

1. Implementación completa de Kubeflow en AWS

Para usar otros componentes de Kubeflow además de las canalizaciones de Kubeflow, elija la 
implementación completa de distribución de AWS de Kubeflow.

2. Implementación independiente de canalizaciones de Kubeflow

Para usar las canalizaciones de Kubeflow sin los demás componentes de Kubeflow, instale las 
canalizaciones de Kubeflow de forma independiente.
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Implementación completa de Kubeflow en AWS

Para instalar la versión completa de Kubeflow en AWS, elija la opción de implementación básica 
de la guía de implementación de Kubeflow en AWS o cualquier otra opción de implementación que 
admita integraciones con varios servicios de AWS (Amazon S3, Amazon RDS, Amazon Cognito).

Implementación independiente de canalizaciones de Kubeflow

En esta sección se supone que el usuario tiene permisos para crear roles y definir políticas para el 
rol.

Configurar un nodo de puerta de enlace

Puede utilizar su equipo local o una instancia de Amazon EC2 como nodo de puerta de enlace. Se 
utiliza un nodo de puerta de enlace para crear un clúster de Amazon EKS y acceder a la interfaz de 
usuario de las canalizaciones de Kubeflow.

Realice los siguientes pasos para configurar su nodo.

1. Cree un nodo de puerta de enlace.

Puede utilizar una instancia de Amazon EC2 existente o crear una nueva instancia con la 
versión más reciente de DLAMI de Ubuntu 18.04 según los pasos que se indican en Launching 
and Configuring a DLAMI.

2. Cree un rol de IAM para conceder a su nodo de puerta de enlace acceso a los recursos de AWS.

Cree un rol de IAM con permisos para los siguientes recursos: CloudWatch,, IAMAWS 
CloudFormation, Amazon EC2, Amazon S3, Amazon EKS.

Adjunte las políticas siguientes al rol de IAM:

• CloudWatchLogsFullAccess
• AWSCloudFormationFullAccess
• IAM FullAccess
• Amazon S3 FullAccess
• Amazon EC2 FullAccess
• AdminPolicy AmazonEKS (cree esta política con el esquema de los ejemplos de políticas 

basadas en la identidad de Amazon EKS)
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Para obtener información sobre cómo permisos de IAM a un rol de IAM, consulte Adición y 
eliminación de permisos de identidad de IAM.

3. Instale las siguientes herramientas y clientes.

Instale y configure las siguientes herramientas y recursos en su nodo de puerta de enlace para 
acceder al clúster de Amazon EKS y a la interfaz de usuario (UI) de KFP.

• AWS CLI: la herramienta de línea de comandos para trabajar con los servicios de AWS. Para 
obtener información sobre la configuración de AWS CLI, consulte Configuración del AWS CLI.

• aws-iam-authenticatorversión 0.1.31 y versiones posteriores: herramienta que utiliza las 
credenciales de AWS IAM para autenticarse en un clúster de Kubernetes.

• eksctl, versión superior a 0.15: la herramienta de línea de comandos para trabajar con 
clústeres de Amazon EKS.

• kubectl: la herramienta de línea de comandos para trabajar con clústeres de Kubernetes. La 
versión debe coincidir con su versión de Kubernetes dentro de una versión secundaria.

• AWS SDK for Python (Boto3).

pip install boto3

Configurar un clúster de Amazon EKS

1. Si no tiene un clúster de Amazon EKS existente, ejecute los siguientes pasos desde la línea de 
comandos de su nodo de puerta de enlace; de lo contrario, omita este paso.

a. Ejecute el siguiente comando para crear un clúster de Amazon EKS con la versión 1.17 o 
superior. Reemplace <clustername> por el nombre del clúster.

eksctl create cluster --name <clustername> --region us-east-1 --auto-kubeconfig 
 --timeout=50m --managed --nodes=1

b. Cuando se complete la creación del clúster, asegúrese de tener acceso a él mediante una 
lista de los nodos del clúster.

kubectl get nodes

2. Asegúrese de que el contexto kubectl actual apunta al clúster con el siguiente comando. El 
contexto actual se marca con un asterisco (*) en la salida.
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kubectl config get-contexts

CURRENT NAME     CLUSTER
*    <username>@<clustername>.us-east-1.eksctl.io    <clustername>.us-
east-1.eksctl.io

3. Si el clúster deseado no está configurado como el predeterminado actual, actualícelo con el 
siguiente comando.

aws eks update-kubeconfig --name <clustername> --region us-east-1

Instalar canalizaciones de Kubeflow

Ejecute los siguientes pasos desde la terminal de su nodo de puerta de enlace para instalar 
canalizaciones de Kubeflow en su clúster.

1. Instale todos los componentes cert-manager.

kubectl apply -f https://github.com/cert-manager/cert-manager/releases/download/
v1.9.1/cert-manager.yaml

2. Instale las canalizaciones de Kubeflow.

export PIPELINE_VERSION=2.0.0-alpha.5
kubectl apply -k "github.com/kubeflow/pipelines/manifests/kustomize/env/cert-
manager/cluster-scoped-resources?ref=$KFP_VERSION"
kubectl wait --for condition=established --timeout=60s crd/applications.app.k8s.io
kubectl apply -k "github.com/kubeflow/pipelines/manifests/kustomize/env/cert-
manager/dev?ref=$KFP_VERSION"                     
                 

3. Asegúrese de que el servicio de canalizaciones de Kubeflow y otros recursos relacionados 
funcionen.

kubectl -n kubeflow get all | grep pipeline

El resultado debería tener el siguiente aspecto.

Orquestación de Kubernetes 5183

https://cert-manager.io/docs/installation/kubectl/


Amazon SageMaker Guía para desarrolladores

pod/ml-pipeline-6b88c67994-kdtjv                      1/1     Running            0  
         2d
pod/ml-pipeline-persistenceagent-64d74dfdbf-66stk     1/1     Running            0  
         2d
pod/ml-pipeline-scheduledworkflow-65bdf46db7-5x9qj    1/1     Running            0  
         2d
pod/ml-pipeline-ui-66cc4cffb6-cmsdb                   1/1     Running            0  
         2d
pod/ml-pipeline-viewer-crd-6db65ccc4-wqlzj            1/1     Running            0  
         2d
pod/ml-pipeline-visualizationserver-9c47576f4-bqmx4   1/1     Running            0  
         2d
service/ml-pipeline                       ClusterIP   10.100.170.170   <none>       
  8888/TCP,8887/TCP   2d
service/ml-pipeline-ui                    ClusterIP   10.100.38.71     <none>       
  80/TCP              2d
service/ml-pipeline-visualizationserver   ClusterIP   10.100.61.47     <none>       
  8888/TCP            2d
deployment.apps/ml-pipeline                       1/1     1            1           
 2d
deployment.apps/ml-pipeline-persistenceagent      1/1     1            1           
 2d
deployment.apps/ml-pipeline-scheduledworkflow     1/1     1            1           
 2d
deployment.apps/ml-pipeline-ui                    1/1     1            1           
 2d
deployment.apps/ml-pipeline-viewer-crd            1/1     1            1           
 2d
deployment.apps/ml-pipeline-visualizationserver   1/1     1            1           
 2d
replicaset.apps/ml-pipeline-6b88c67994                      1         1         1   
     2d
replicaset.apps/ml-pipeline-persistenceagent-64d74dfdbf     1         1         1   
     2d
replicaset.apps/ml-pipeline-scheduledworkflow-65bdf46db7    1         1         1   
     2d
replicaset.apps/ml-pipeline-ui-66cc4cffb6                   1         1         1   
     2d
replicaset.apps/ml-pipeline-viewer-crd-6db65ccc4            1         1         1   
     2d
replicaset.apps/ml-pipeline-visualizationserver-9c47576f4   1         1         1   
     2d
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Configura tus permisos de canalización para acceder SageMaker

En esta sección, crearás una función de ejecución de IAM que permita a los pods de Kubeflow 
Pipeline acceder a los servicios. SageMaker

Configuración de los componentes (versión 2 SageMaker )

Para ejecutar la versión 2 de SageMaker Components para Kubeflow Pipelines, debes instalar
SageMaker Operator para Kubernetes y configurar el control de acceso basado en roles (RBAC) 
para que los pods de Kubeflow Pipelines puedan crear recursos personalizados en tu clúster de 
Kubernetes. SageMaker

Important

Siga esta sección si va a utilizar la implementación independiente de las canalizaciones de 
Kubeflow. Si utilizas la distribución de la versión 1.6.0-aws-b1.0.0 o superior de Kubeflow, los 
componentes de la versión 2 ya están AWS configurados. SageMaker

1. Instale Operator for Kubernetes para usar SageMaker los componentes de la versión 2. 
SageMaker

Siga la sección de configuración del tutorial Machine Learning with ACK SageMaker Controller.

2. Configure los permisos RBAC para el rol de ejecución (cuenta de servicio) que utilizan los pods 
de las canalizaciones de Kubeflow. En la implementación independiente de las canalizaciones 
de Kubeflow, las ejecuciones de la canalización se ejecutan en el espacio de nombres
kubeflow mediante la cuenta de servicio pipeline-runner.

a. Cree una RoleBindingque dé permiso a la cuenta de servicio para administrar recursos 
SageMaker personalizados.

cat > manage_sagemaker_cr.yaml <<EOF
apiVersion: rbac.authorization.k8s.io/v1
kind: RoleBinding
metadata:
name: manage-sagemaker-cr   
namespace: kubeflow
subjects:
- kind: ServiceAccount
name: pipeline-runner
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namespace: kubeflow
roleRef:
kind: ClusterRole
name: ack-sagemaker-controller  
apiGroup: rbac.authorization.k8s.io
EOF

kubectl apply -f manage_sagemaker_cr.yaml

b. Asegúrese de que el enlace de roles se haya creado ejecutando:

kubectl get rolebinding manage-sagemaker-cr -n kubeflow -o yaml

Configuración de los SageMaker componentes (versión 1)

Para ejecutar la versión 1 de SageMaker Components para Kubeflow Pipelines, es necesario 
acceder a los pods de Kubeflow Pipeline. SageMaker

Important

Siga esta sección tanto si utiliza la implementación completa de Kubeflow en AWS como si 
utiliza las canalizaciones de Kubeflow de forma independiente.

Para crear una función de ejecución de IAM a la que se conceda acceso a los pods de canalización 
de Kubeflow, sigue estos pasos: SageMaker

1. Exporta el nombre del clúster (p. ej. my-cluster-name) y la región del clúster (p. ej., us-east-1).

export CLUSTER_NAME=my-cluster-name
export CLUSTER_REGION=us-east-1

2. Exporte el espacio de nombres y el nombre de la cuenta de servicio a su instalación.

• Para obtener el Kubeflow completo durante la AWS instalación, exporta tu perfil namespace
(por ejemplo kubeflow-user-example-com) y el editor predeterminado como cuenta de servicio.

export NAMESPACE=kubeflow-user-example-com
export KUBEFLOW_PIPELINE_POD_SERVICE_ACCOUNT=default-editor
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• Para la implementación independiente de las canalizaciones, exporte kubeflow como el
namespace y pipeline-runner como la cuenta de servicio.

export NAMESPACE=kubeflow
export KUBEFLOW_PIPELINE_POD_SERVICE_ACCOUNT=pipeline-runner 
               

3. Cree un proveedor de OIDC de IAM para el clúster de Amazon EKS con el siguiente comando.

eksctl utils associate-iam-oidc-provider --cluster ${CLUSTER_NAME} \ 
            --region ${CLUSTER_REGION} --approve

4. Cree una función de ejecución de IAM para que los pods de KFP accedan a los servicios (,). 
AWS SageMaker CloudWatch

eksctl create iamserviceaccount \
--name ${KUBEFLOW_PIPELINE_POD_SERVICE_ACCOUNT} \
--namespace ${NAMESPACE} --cluster ${CLUSTER_NAME} \
--region ${CLUSTER_REGION} \
--attach-policy-arn arn:aws:iam::aws:policy/AmazonSageMakerFullAccess \
--attach-policy-arn arn:aws:iam::aws:policy/CloudWatchLogsFullAccess \
--override-existing-serviceaccounts \
--approve

Una vez que sus permisos de canalización estén configurados para acceder a la versión 1 de 
SageMaker Components, siga la guía sobre SageMaker los componentes de las canalizaciones de 
Kubeflow que se encuentra en la documentación de Kubeflow on. AWS

Acceder a la interfaz de usuario de KFP (panel de Kubeflow)

La interfaz de usuario de las canalizaciones de Kubeflow se utiliza para administrar y realizar 
un seguimiento de los experimentos, los trabajos y las ejecuciones en el clúster. Para obtener 
instrucciones sobre cómo acceder a la interfaz de usuario de las canalizaciones de Kubeflow desde 
su nodo de puerta de enlace, siga los pasos correspondientes a la opción de implementación en esta 
sección.

Implementación completa de Kubeflow en AWS

Sigue las instrucciones del sitio web de Kubeflow en AWS para conectarte al panel de Kubeflow y 
acceder a la pestaña de canalizaciones.
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Implementación independiente de canalizaciones de Kubeflow

Use el reenvío de puertos para acceder a la interfaz de usuario de canalizaciones de Kubeflow desde 
su nodo de puerta de enlace según estos pasos.

Configurar el reenvío de puertos al servicio de interfaz de usuario de KFP

Ejecute el siguiente comando desde la línea de comandos de su nodo de puerta de enlace.

1. Compruebe que el servicio de interfaz de usuario de KFP se ejecute mediante el siguiente 
comando.

kubectl -n kubeflow get service ml-pipeline-ui

NAME             TYPE        CLUSTER-IP     EXTERNAL-IP   PORT(S)   AGE
ml-pipeline-ui   ClusterIP   10.100.38.71   <none>        80/TCP    2d22h

2. Ejecute el siguiente comando para configurar el reenvío de puertos al servicio de interfaz de 
usuario de KFP. Esto reenvía la interfaz de usuario de KFP al puerto 8080 de su nodo de puerta 
de enlace y le permite acceder a la interfaz de usuario de KFP desde su navegador.

kubectl port-forward -n kubeflow service/ml-pipeline-ui 8080:80

El reenvío de puertos desde su equipo remoto se interrumpe si no hay actividad. Vuelva 
a ejecutar este comando si su panel no puede obtener registros o actualizaciones. Si los 
comandos devuelven un error, asegúrese de que no haya ningún proceso en ejecución en el 
puerto que está intentando utilizar.

Acceder al servicio de interfaz de usuario de KFP

El método de acceso a la interfaz de usuario de KFP depende del tipo de nodo de la puerta de 
enlace.

• Equipo local como nodo de puerta de enlace:

1. Acceda al panel de su navegador de la siguiente manera:

http://localhost:8080

2. Seleccione Canalizaciones para acceder a la interfaz de usuario de las canalizaciones.
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• Instancia de Amazon EC2 como nodo de puerta de enlace:

1. Debe configurar un túnel SSH en su instancia de Amazon EC2 para acceder al panel de 
Kubeflow desde el navegador de su equipo local.

Desde una nueva sesión de terminal en su equipo local, ejecute lo siguiente. Reemplace
<public-DNS-of-gateway-node> por la dirección IP de la instancia que se encuentra 
en la consola de Amazon EC2. También puede usar el DNS público. Reemplace
<path_to_key> por la ruta de acceso a la clave pem utilizada para acceder al nodo de 
puerta de enlace.

public_DNS_address=<public-DNS-of-gateway-node>
key=<path_to_key>

on Ubuntu:
ssh -i ${key} -L 9000:localhost:8080 ubuntu@${public_DNS_address}

or on Amazon Linux:
ssh -i ${key} -L 9000:localhost:8080 ec2-user@${public_DNS_address}

2. Acceda al panel de su navegador.

http://localhost:9000

3. Elija Canalizaciones para acceder a la interfaz de usuario de KFP.

(Opcional) Conceda a las instancias de SageMaker notebook acceso a Amazon EKS y ejecute los 
pipelines de KFP desde su notebook.

Una instancia de SageMaker notebook es una instancia de cómputo de Amazon EC2 totalmente 
gestionada que ejecuta la aplicación Jupyter Notebook. Puede usar una instancia de cuaderno para 
crear y administrar cuadernos de Jupyter y, a continuación, definir, compilar, implementar y ejecutar 
sus canalizaciones de KFP mediante AWS SDK for Python (Boto3) o la CLI de KFP.

1. Siga los pasos que se indican en Crear una instancia de SageMaker Notebook para crear su 
instancia de Notebook y, a continuación, adjunte la S3FullAccess política a su función de 
ejecución de IAM.

2. Desde la línea de comandos del nodo de puerta de enlace, ejecute el siguiente comando para 
recuperar el ARN del rol de IAM de la instancia de cuaderno que creó. Reemplace <instance-
name> por el nombre de la instancia.
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aws sagemaker describe-notebook-instance --notebook-instance-name <instance-name>
 --region <region> --output text --query 'RoleArn'

Este comando muestra el ARN del rol de IAM en el formato arn:aws:iam::<account-
id>:role/<role-name>. Tome nota de este ARN.

3. Ejecute este comando para adjuntar las siguientes políticas 
(WorkerNodePolicyAmazonEksAmazonSageMakerFullAccess, FullAccess AmazonS3) a esta 
función de IAM. Reemplace el <role-name> por el <role-name> de su ARN.

aws iam attach-role-policy --role-name <role-name> --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess
aws iam attach-role-policy --role-name <role-name> --policy-arn 
 arn:aws:iam::aws:policy/AmazonEKSWorkerNodePolicy
aws iam attach-role-policy --role-name <role-name> --policy-arn 
 arn:aws:iam::aws:policy/AmazonS3FullAccess

4. Los clústeres de Amazon EKS utilizan roles de IAM para controlar el acceso al clúster. 
Las reglas se implementan en un mapa de configuración denominado aws-auth. eksctl
proporciona comandos para leer y editar el mapa de configuración aws-auth. Solo los usuarios 
que tienen acceso al clúster pueden editar este mapa de configuración.

system:masters es uno de los grupos de usuarios predeterminados con permisos de 
superusuario para el clúster. Agregue su usuario a este grupo o cree un grupo con permisos 
más restrictivos.

5. Implemente el rol en el clúster ejecutando el siguiente comando. Reemplace el <IAM-Role-
arn> por el ARN del rol de IAM. <your_username> puede ser cualquier nombre de usuario 
único.

eksctl create iamidentitymapping \
--cluster <cluster-name> \
--arn <IAM-Role-arn> \
--group system:masters \
--username <your-username> \
--region <region>

6. Abre un cuaderno de Jupyter en tu SageMaker instancia y ejecuta el siguiente comando para 
asegurarte de que tiene acceso al clúster.

Orquestación de Kubernetes 5190



Amazon SageMaker Guía para desarrolladores

aws eks --region <region> update-kubeconfig --name <cluster-name>
kubectl -n kubeflow get all | grep pipeline

Usa componentes SageMaker

En este tutorial, ejecutarás una canalización con SageMaker Components for Kubeflow Pipelines 
para entrenar un modelo de clasificación con Kmeans con el conjunto de datos MNIST activado. 
SageMaker El flujo de trabajo utiliza Kubeflow Pipelines como orquestador y para ejecutar cada 
paso del flujo de trabajo. SageMaker El ejemplo se tomó de un  SageMaker ejemplo existente y se 
modificó para que funcionara con SageMaker Components for Kubeflow Pipelines.

Puede definir su canalización en Python mediante AWS SDK for Python (Boto3) y, a continuación, 
usar el panel de KFP, la CLI de KFP o Boto3 para compilar, implementar y ejecutar sus flujos de 
trabajo. El código completo del ejemplo de canalización de clasificación del MNIST está disponible en 
el repositorio Github de Kubeflow. Para usarlo, clone los archivos de Python en su nodo de puerta de 
enlace.

Puedes encontrar más ejemplos de canalizaciones de  SageMaker Kubeflow en. GitHub Para 
obtener información sobre los componentes utilizados, consulta el repositorio de Pipelines. KubeFlow 
GitHub

Para ejecutar el ejemplo del proceso de clasificación, cree una función de ejecución de SageMaker 
IAM que conceda a su trabajo de formación el permiso para acceder a AWS los recursos y, a 
continuación, continúe con los pasos correspondientes a su opción de despliegue.

Cree un rol de SageMaker ejecución

La función de kfp-example-sagemaker-execution-role IAM es una función de 
tiempo de ejecución que asumen los SageMaker trabajos para acceder a AWS los recursos. 
En el siguiente comando, se crea una función de ejecución de IAM denominadakfp-
example-sagemaker-execution-role, se adjuntan dos políticas gestionadas 
(AmazonSageMakerFullAccessAmazonS3FullAccess) y se crea una relación de confianza con ella 
para que los SageMaker trabajos SageMaker puedan acceder a esos recursos. AWS

Proporcionará este rol como parámetro de entrada al ejecutar la canalización.

Ejecute el siguiente comando para crear el rol. Tome nota del ARN que se devuelve como su salida.

SAGEMAKER_EXECUTION_ROLE_NAME=kfp-example-sagemaker-execution-role
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TRUST="{ \"Version\": \"2012-10-17\", \"Statement\": [ { \"Effect\": \"Allow
\", \"Principal\": { \"Service\": \"sagemaker.amazonaws.com\" }, \"Action\": 
 \"sts:AssumeRole\" } ] }"
aws iam create-role --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --assume-role-policy-
document "$TRUST"
aws iam attach-role-policy --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess
aws iam attach-role-policy --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --policy-arn 
 arn:aws:iam::aws:policy/AmazonS3FullAccess

aws iam get-role --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --output text --query 
 'Role.Arn'

Implementación completa de Kubeflow en AWS

Siga las instrucciones del tutorial SageMaker Training Pipeline sobre la clasificación del MNIST con 
K-Means.

Implementación independiente de canalizaciones de Kubeflow

Preparación de conjuntos de datos

Para ejecutar las canalizaciones, debe cargar el script de preprocesamiento de extracción de datos 
en un bucket de Amazon S3. Este bucket y todos los recursos de este ejemplo deben estar ubicados 
en la región us-east-1. Para obtener información sobre la creación de un bucket, consulte la 
sección de creación de un bucket.

Desde la carpeta mnist-kmeans-sagemaker del repositorio de Kubeflow que clonó en su nodo de 
puerta de enlace, ejecute el siguiente comando para cargar el archivo kmeans_preprocessing.py
en su bucket de Amazon S3. Cambie <bucket-name> por el nombre de su bucket de Amazon S3.

aws s3 cp mnist-kmeans-sagemaker/kmeans_preprocessing.py s3://<bucket-name>/
mnist_kmeans_example/processing_code/kmeans_preprocessing.py

Compilación e implementación de la canalización

Tras definir la canalización, debe compilarla en una representación intermedia antes de enviarla 
al servicio de canalizaciones de Kubeflow de su clúster. La representación intermedia es una 
especificación de flujo de trabajo en forma de archivo YAML comprimido en un archivo tar.gz. 
Necesitará el SDK de KFP para compilar la canalización.
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Instalación del SDK de KFP

Ejecute lo siguiente desde la línea de comandos de su nodo de puerta de enlace:

1. Instale el SDK de KFP según las instrucciones de la documentación sobre las canalizaciones de 
Kubeflow.

2. Verifique que el SDK de KFP esté instalado mediante el siguiente comando:

pip show kfp

3. Compruebe que dsl-compile se ha instalado correctamente de la siguiente manera:

which dsl-compile

Compilación de la canalización

Tienes tres opciones para interactuar con las canalizaciones de Kubeflow: la interfaz de usuario de 
KFP, la CLI de KFP o el SDK de KFP. Las siguientes secciones ilustran el flujo de trabajo mediante 
la interfaz de usuario y la CLI de KFP.

Complete los siguientes pasos en el nodo de puerta de enlace.

1. Modifique el archivo Python con el nombre del bucket de Amazon S3 y el ARN del rol de IAM.

2. Usa el comando dsl-compile de la línea de comandos para compilar la canalización de 
la siguiente manera. Reemplace <path-to-python-file> por la ruta a la canalización y
<path-to-output> por la ubicación en la que quiere que esté el archivo tar.gz.

dsl-compile --py <path-to-python-file> --output <path-to-output>

Carga y ejecución de la canalización mediante la CLI de KFP

Complete los pasos siguientes desde la línea de comandos de su nodo de la puerta de enlace. KFP 
organiza las ejecuciones de su canalización como experimentos. Tiene la opción de especificar 
un nombre para el experimento. Si no especifica ninguno, la ejecución aparecerá en la lista de 
experimentos predeterminados.

1. Cargue su canalización de la siguiente manera:
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kfp pipeline upload --pipeline-name <pipeline-name> <path-to-output-tar.gz>

El resultado debería tener el siguiente aspecto. Tome nota del ID de la canalización.

Pipeline 29c3ff21-49f5-4dfe-94f6-618c0e2420fe has been submitted

Pipeline Details
------------------
ID           29c3ff21-49f5-4dfe-94f6-618c0e2420fe
Name         sm-pipeline
Description
Uploaded at  2020-04-30T20:22:39+00:00
...
...

2. Cree una ejecución mediante el comando siguiente. El comando de ejecución de la CLI de 
KFP actualmente no admite la especificación de parámetros de entrada al crear la ejecución. 
Debe actualizar los parámetros en el archivo de canalización de AWS SDK for Python (Boto3) 
antes de compilarlos. Reemplace <experiment-name> y <job-name> por cualquier nombre. 
Reemplace <pipeline-id> por el ID de la canalización enviada. Reemplace <your-role-
arn> por el ARN del kfp-example-pod-role. Reemplace <your-bucket-name> por el 
nombre del bucket de Amazon S3 que ha creado.

kfp run submit --experiment-name <experiment-name> --run-name <job-name> --
pipeline-id <pipeline-id> role_arn="<your-role-arn>" bucket_name="<your-bucket-
name>"

También puede enviar una ejecución directamente mediante el paquete de canalización 
compilado creado como la salida del comando dsl-compile.

kfp run submit --experiment-name <experiment-name> --run-name <job-name> --package-
file <path-to-output> role_arn="<your-role-arn>" bucket_name="<your-bucket-name>"

El resultado debería tener el siguiente aspecto:

Creating experiment aws.
Run 95084a2c-f18d-4b77-a9da-eba00bf01e63 is submitted
+--------------------------------------+--------+----------
+---------------------------+
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| run id                               | name   | status   | created at             
    |
+======================================+========+==========
+===========================+
| 95084a2c-f18d-4b77-a9da-eba00bf01e63 | sm-job |          | 
 2020-04-30T20:36:41+00:00 |
+--------------------------------------+--------+----------
+---------------------------+

3. Vaya a la interfaz de usuario para comprobar el progreso del trabajo.

Carga y ejecución de la canalización mediante la interfaz de usuario de KFP

1. En el panel izquierdo, elija la pestaña Canalizaciones.

2. En la esquina superior derecha, selecciona +. UploadPipeline

3. Ingrese el nombre y la descripción de la canalización.

4. Elija Cargar un archivo e ingrese la ruta al archivo tar.gz que creó mediante la CLI o con AWS 
SDK for Python (Boto3).

5. En el panel izquierdo, elija la pestaña Canalizaciones.

6. Busque la canalización que ha creado.

7. Elige +. CreateRun

8. Ingrese los parámetros de entrada.

9. Elija Ejecutar.

Ejecución de predicciones

Una vez implementada la canalización de clasificación, puede ejecutar predicciones de clasificación 
en el punto de conexión creado por el componente Deploy. Utilice la interfaz de usuario de KFP para 
comprobar los artefactos de salida de sagemaker-deploy-model-endpoint_name. Descargue el 
archivo.tgz para extraer el nombre del terminal o compruebe la SageMaker consola en la región que 
utilizó.

Configuración de los permisos para ejecutar predicciones

Si desea ejecutar predicciones desde su nodo de puerta de enlace, omita esta sección.
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Para usar cualquier otro equipo para ejecutar predicciones, asigne el permiso
sagemaker:InvokeEndpoint al rol de IAM utilizado por el equipo cliente.

1. En su nodo de puerta de enlace, ejecute lo siguiente para crear un archivo de política de IAM:

cat <<EoF > ./sagemaker-invoke.json
{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
            ], 
            "Resource": "*" 
        } 
    ]
}
EoF

2. Adjunte la política al rol de IAM del nodo cliente.

Ejecute el siguiente comando de la . Reemplace <your-instance-IAM-role> por el nombre 
del rol de IAM. Reemplace <path-to-sagemaker-invoke-json> por la ruta al archivo de 
política que ha creado.

aws iam put-role-policy --role-name <your-instance-IAM-role> --policy-name 
 sagemaker-invoke-for-worker --policy-document file://<path-to-sagemaker-invoke-
json>

Ejecución de predicciones

1. En el equipo cliente, cree un archivo AWS SDK for Python (Boto3) denominado mnist-
predictions.py con el siguiente contenido. Reemplace la variable ENDPOINT_NAME. El script 
carga el conjunto de datos MNIST, crea un CSV a partir de esos dígitos y, a continuación, lo 
envía al punto de conexión para realizar la predicción e imprime los resultados.

import boto3
import gzip
import io
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import json
import numpy
import pickle

ENDPOINT_NAME='<endpoint-name>'
region = boto3.Session().region_name

# S3 bucket where the original mnist data is downloaded and stored
downloaded_data_bucket = f"jumpstart-cache-prod-{region}"
downloaded_data_prefix = "1p-notebooks-datasets/mnist"

# Download the dataset
s3 = boto3.client("s3")
s3.download_file(downloaded_data_bucket, f"{downloaded_data_prefix}/mnist.pkl.gz", 
 "mnist.pkl.gz")

# Load the dataset
with gzip.open('mnist.pkl.gz', 'rb') as f: 
    train_set, valid_set, test_set = pickle.load(f, encoding='latin1')

# Simple function to create a csv from our numpy array
def np2csv(arr): 
    csv = io.BytesIO() 
    numpy.savetxt(csv, arr, delimiter=',', fmt='%g') 
    return csv.getvalue().decode().rstrip()

runtime = boto3.Session(region).client('sagemaker-runtime')

payload = np2csv(train_set[0][30:31])

response = runtime.invoke_endpoint(EndpointName=ENDPOINT_NAME, 
                                   ContentType='text/csv', 
                                   Body=payload)
result = json.loads(response['Body'].read().decode())
print(result)

2. Ejecute el archivo AWS SDK for Python (Boto3) como se indica a continuación:

python mnist-predictions.py
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Ver resultados y registros

Cuando la canalización está en ejecución, puede elegir cualquier componente para comprobar 
los detalles de la ejecución, como las entradas y las salidas. Aquí se muestran los nombres de los 
recursos creados.

Si la solicitud de KFP se procesa correctamente y se crea un SageMaker trabajo, los registros 
de componentes de la interfaz de usuario de KFP proporcionan un enlace al trabajo creado 
en. SageMaker Los CloudWatch registros también se proporcionan si el trabajo se ha creado 
correctamente.

Si ejecuta demasiados trabajos de canalización en el mismo clúster, es posible que aparezca 
un mensaje de error que indique que no tiene suficientes pods disponibles. Para solucionar 
este problema, inicia sesión en su nodo de puerta de enlace y elimine los pods creados por las 
canalizaciones que no esté utilizando:

kubectl get pods -n kubeflow
kubectl delete pods -n kubeflow <name-of-pipeline-pod>

Limpieza

Cuando termine con la canalización, tendrá que borrar los recursos.

1. Desde el panel de KFP, para finalizar las ejecuciones de la canalización si no terminan 
correctamente, elija Finalizar.

2. Si la opción Finalizar no funciona, inicie sesión en su nodo de puerta de enlace y finalice 
manualmente todos los pods creados por su canalización, de la siguiente manera:

kubectl get pods -n kubeflow
kubectl delete pods -n kubeflow <name-of-pipeline-pod>

3. Con su AWS cuenta, inicie sesión en el SageMaker servicio. Detenga manualmente todos los 
trabajos de entrenamiento, transformación por lotes y HPO. Elimine los modelos, los buckets de 
datos y los puntos de conexión para evitar incurrir en cargos adicionales. Terminar los conductos 
de tuberías no impide la entrada de los trabajos. SageMaker
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SageMaker Trabajos de cuaderno

Puede usar Amazon SageMaker para crear, entrenar e implementar modelos de aprendizaje 
automático de forma interactiva desde su cuaderno Jupyter en cualquier entorno. JupyterLab 
Sin embargo, hay varios escenarios en los que puede que desee ejecutar su cuaderno como un 
trabajo programado y no interactivo. Por ejemplo, es posible que desee crear informes de auditoría 
periódicos en los que se analicen todos los trabajos de entrenamiento que se realicen durante un 
período de tiempo determinado y se analice el valor empresarial de implementar esos modelos en la 
producción. O tal vez desee ampliar un trabajo de ingeniería de características después de probar la 
lógica de transformación de datos en un pequeño subconjunto de datos. Los casos de uso habituales 
incluyen:

• Programar trabajos para supervisar la desviación del modelo

• Explorar el espacio de parámetros para obtener mejores modelos

En estos escenarios, puede usar SageMaker Notebook Jobs para crear un trabajo no interactivo 
(que SageMaker se ejecute como un trabajo de formación subyacente) para ejecutarlo a pedido 
o según un cronograma. SageMaker Notebook Jobs proporciona una interfaz de usuario intuitiva 
para que pueda programar sus trabajos directamente desde JupyterLab el widget Notebook Jobs 
( ) 
de su bloc de notas. También puede programar sus trabajos mediante el SDK de SageMaker Python, 
que ofrece la flexibilidad de programar varios trabajos de cuaderno en un flujo de trabajo en proceso. 
Puede ejecutar varios cuadernos en paralelo y parametrizar las celdas de los cuadernos para 
personalizar los parámetros de entrada.

Esta función aprovecha los servicios de Amazon EventBridge, SageMaker Training y SageMaker 
Pipelines y está disponible para su uso en su bloc de notas de Jupyter en cualquiera de los 
siguientes entornos:

• Instancias Studio, Studio Lab, Studio Classic o Notebook

• Configuración local, como la máquina local, en la que se ejecuta JupyterLab

Requisitos previos

Para programar un trabajo de cuaderno, asegúrese de que cumple los siguientes criterios:
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• Asegúrese de que su cuaderno de Jupyter y cualquier script de inicialización o inicio sean 
independientes con respecto al código y los paquetes de software. De lo contrario, el trabajo no 
interactivo podría incurrir en errores.

• Compruebe Restricciones y consideraciones para asegurarse de que ha configurado 
correctamente su cuaderno de Jupyter, la configuración de red y la configuración del contenedor.

• Asegúrese de que su cuaderno pueda acceder a los recursos externos necesarios, como los 
clústeres de Amazon EMR.

• Si está configurando trabajos del cuaderno en un cuaderno de Jupyter local, complete la 
instalación. Para obtener instrucciones, consulte Guía de instalación.

• Si se conecta a un clúster de Amazon EMR de su cuaderno y desea parametrizar el comando de 
conexión de Amazon EMR, debe aplicar una solución alternativa mediante variables de entorno 
para transferir los parámetros. Para obtener más detalles, consulte Conéctese a un clúster de 
Amazon EMR desde su portátil.

• Si se conecta a un clúster de Amazon EMR mediante la autenticación básica de Kerberos, LDAP o 
HTTP, debe utilizar AWS Secrets Manager para pasar sus credenciales de seguridad al comando 
de conexión de Amazon EMR. Para obtener más detalles, consulte Conéctese a un clúster de 
Amazon EMR desde su portátil.

• De forma opcional, si desea que la interfaz de usuario cargue previamente un script para que se 
ejecute al iniciar el cuaderno, el administrador debe instalarlo con una configuración de ciclo de 
vida (LCC). Para obtener información sobre cómo utilizar un script de LCC, consulte Customize a 
Notebook Instance Using a Lifecycle Configuration Script.

Guía de instalación

La siguiente descripción incluye instrucciones detalladas sobre la instalación adicional que debe 
realizar para poder utilizar Notebook Jobs en su JupyterLab entorno.

Para Amazon SageMaker Studio y Amazon SageMaker Studio Lab

Si tu portátil está en Amazon SageMaker Studio o Amazon SageMaker Studio Lab, no necesitas 
realizar ninguna instalación adicional: SageMaker Notebook Jobs está integrado en la plataforma. 
Para configurar los permisos necesarios para Studio, consulte Instalación políticas y permisos para 
Studio.

Para los cuadernos de Jupyter locales
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Si desea utilizar SageMaker Notebook Jobs para su JupyterLab entorno local, debe realizar una 
instalación adicional.

Para instalar SageMaker Notebook Jobs, siga estos pasos:

1. Instale Python 3. Para obtener más información, consulte Installing Python 3 and Python 
Packages.

2. Instale JupyterLab la versión 3 o superior. Para obtener más información, consulta la
documentación JupyterLab del SDK.

3. Instale la AWS CLI. Para obtener más información, consulte Instalar o actualizar la última 
versión de la AWS CLI.

4. Instale dos conjuntos de permisos. El usuario de IAM necesita permisos para enviar trabajos y 
SageMaker, una vez enviados, el propio trabajo del bloc de notas asume una función de IAM 
que necesita permisos para acceder a los recursos en función de las tareas del trabajo.

a. Si aún no se ha creado un usuario de IAM, consulte Creación de un usuario de IAM en su 
cuenta de AWS.

b. Si aún no ha creado su rol de trabajo del cuaderno, consulte Creación de un rol para 
delegar permisos a un usuario de IAM.

c. Adjunte los permisos y la política de confianza necesarios para asociarlos a su usuario y rol. 
Para obtener step-by-step instrucciones y detalles sobre los permisos, consulte. Instalación 
de políticas y permisos para los entornos locales de Jupyter

5. Genere AWS las credenciales para el usuario de IAM recién creado y guárdelas en el archivo de 
credenciales (~/.aws/credentials) de su entorno. JupyterLab Puede hacerlo con el comando de 
la CLI aws configure. Para obtener instrucciones, consulte la sección sobre establecer y ver 
los ajustes de configuración mediante comandos en Opciones de los archivos de configuración y 
credenciales.

6. (opcional) De forma predeterminada, la extensión del programador usa una imagen de 
SageMaker Docker prediseñada con Python 2.0. Cualquier kernel que no sea el predeterminado 
y que se utilice en el cuaderno debe instalarse en el contenedor. Si desea ejecutar su cuaderno 
en un contenedor o en una imagen de Docker, debe crear una imagen de Amazon Elastic 
Container Registry (Amazon ECR). Para obtener información sobre cómo insertar una imagen 
de Docker en un Amazon ECR, consulte Inserción de una imagen de Docker.

7. Añada la JupyterLab extensión para SageMaker Notebook Jobs. Puede 
añadirlo a su JupyterLab entorno con el comando:pip install 
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amazon_sagemaker_jupyter_scheduler. Es posible que deba reiniciar su servidor Jupyter 
con el comando: sudo systemctl restart jupyter-server.

8. Comience JupyterLab con el comando:jupyter lab.

9. Compruebe que el widget de trabajos del cuaderno 
( ) 
aparezca en la barra de tareas de su cuaderno de Jupyter.

Instalación políticas y permisos para Studio

Antes de programar la primera ejecución de su cuaderno, asegúrate de instalar las políticas y 
los permisos adecuados. Las siguientes instrucciones muestran cómo configurar los siguientes 
permisos:

• Relaciones de confianza del rol de ejecución de trabajos

• Permisos de IAM adicionales asociados al rol de ejecución de trabajos

• La política de permisos de AWS KMS para usar una clave de KMS personalizada (opcional)

Important

Si su cuenta de AWS pertenece a una organización con políticas de control de servicios 
(SCP), sus permisos efectivos son la intersección lógica entre lo que permiten los SCP 
y lo que permiten su rol de IAM y sus políticas de usuario. Por ejemplo, si la SCP de su 
organización especifica que solo puede acceder a los recursos de us-east-1 y us-
west-1, y sus políticas solo le permiten acceder a los recursos de us-west-1 yus-
west-2, en última instancia, solo podrá acceder a los recursos de us-west-1. Si desea 
ejercer todos los permisos permitidos en sus políticas de roles y usuarios, las SCP de su 
organización deberían conceder el mismo conjunto de permisos que sus propias políticas de 
roles y usuarios de IAM. Para obtener información acerca de cómo determinar las solicitudes 
permitidas, consulte Cómo determinar si se una solicitud se permite o se deniega dentro de 
una cuenta.

Relaciones de confianza

Para modificar las relaciones de confianza, siga los pasos siguientes:

1. Abra la consola de IAM.
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2. En el panel izquierdo, seleccione Roles.

3. Busque el rol de ejecución de trabajos para el trabajo del cuaderno y elija el nombre del rol.

4. Seleccione la pestaña Relaciones de confianza.

5. Elija Editar la política de confianza.

6. Copie y pegue la siguiente política:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": "sts:AssumeRole" 
        }, 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "events.amazonaws.com" 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

7. Elija Actualizar política.

Permisos de IAM adicionales

Es posible que tenga que incluir permisos de IAM adicionales en las siguientes situaciones:

• Los roles de trabajo del cuaderno y los roles de ejecución de Studio son diferentes

• Debe acceder a los recursos de Amazon S3 a través de un punto de conexión de VPC de S3

• Desea utilizar una clave de KMS personalizada para cifrar los buckets de Amazon S3 de entrada y 
salida

El siguiente análisis proporciona las políticas que necesita para cada caso.
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Permisos necesarios si los roles de trabajo del cuaderno y los roles de ejecución de Studio son 
diferentes

El siguiente fragmento de código JSON es un ejemplo de política que debe agregar a los roles de 
trabajo del cuaderno y de ejecución de Studio si no utiliza el rol de ejecución de Studio como rol de 
trabajo del cuaderno. Revise y modifique esta política si necesita restringir aún más los privilegios.

{ 
   "Version":"2012-10-17", 
   "Statement":[ 
      { 
         "Effect":"Allow", 
         "Action":"iam:PassRole", 
         "Resource":"arn:aws:iam::*:role/*", 
         "Condition":{ 
            "StringLike":{ 
               "iam:PassedToService":[ 
                  "sagemaker.amazonaws.com", 
                  "events.amazonaws.com" 
               ] 
            } 
         } 
      }, 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "events:TagResource", 
            "events:DeleteRule", 
            "events:PutTargets", 
            "events:DescribeRule", 
            "events:PutRule", 
            "events:RemoveTargets", 
            "events:DisableRule", 
            "events:EnableRule" 
         ], 
         "Resource":"*", 
         "Condition":{ 
            "StringEquals":{ 
               "aws:ResourceTag/sagemaker:is-scheduling-notebook-job":"true" 
            } 
         } 
      }, 
      { 
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         "Effect":"Allow", 
         "Action":[ 
            "s3:CreateBucket", 
            "s3:PutBucketVersioning", 
            "s3:PutEncryptionConfiguration" 
         ], 
         "Resource":"arn:aws:s3:::sagemaker-automated-execution-*" 
      }, 
      { 
            "Sid": "S3DriverAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetObject", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemakerheadlessexecution-*" 
            ] 
      }, 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "sagemaker:ListTags" 
         ], 
         "Resource":[ 
            "arn:aws:sagemaker:*:*:user-profile/*", 
            "arn:aws:sagemaker:*:*:space/*", 
            "arn:aws:sagemaker:*:*:training-job/*", 
            "arn:aws:sagemaker:*:*:pipeline/*" 
         ] 
      }, 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "sagemaker:AddTags" 
         ], 
         "Resource":[ 
            "arn:aws:sagemaker:*:*:training-job/*", 
            "arn:aws:sagemaker:*:*:pipeline/*" 
         ] 
      }, 
      { 
         "Effect":"Allow", 
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         "Action":[ 
            "ec2:CreateNetworkInterface", 
            "ec2:CreateNetworkInterfacePermission", 
            "ec2:CreateVpcEndpoint", 
            "ec2:DeleteNetworkInterface", 
            "ec2:DeleteNetworkInterfacePermission", 
            "ec2:DescribeDhcpOptions", 
            "ec2:DescribeNetworkInterfaces", 
            "ec2:DescribeRouteTables", 
            "ec2:DescribeSecurityGroups", 
            "ec2:DescribeSubnets", 
            "ec2:DescribeVpcEndpoints", 
            "ec2:DescribeVpcs", 
            "ecr:BatchCheckLayerAvailability", 
            "ecr:BatchGetImage", 
            "ecr:GetDownloadUrlForLayer", 
            "ecr:GetAuthorizationToken", 
            "s3:ListBucket", 
            "s3:GetBucketLocation", 
            "s3:GetEncryptionConfiguration", 
            "s3:PutObject", 
            "s3:DeleteObject", 
            "s3:GetObject", 
            "sagemaker:DescribeDomain", 
            "sagemaker:DescribeUserProfile", 
            "sagemaker:DescribeSpace", 
            "sagemaker:DescribeStudioLifecycleConfig", 
            "sagemaker:DescribeImageVersion", 
            "sagemaker:DescribeAppImageConfig", 
            "sagemaker:CreateTrainingJob", 
            "sagemaker:DescribeTrainingJob", 
            "sagemaker:StopTrainingJob", 
            "sagemaker:Search", 
            "sagemaker:CreatePipeline", 
            "sagemaker:DescribePipeline", 
            "sagemaker:DeletePipeline", 
            "sagemaker:StartPipelineExecution" 
         ], 
         "Resource":"*" 
      } 
   ]
}
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Permisos necesarios para acceder a los recursos de Amazon S3 a través de un punto de conexión 
de VPC de S3

Si ejecutas SageMaker Studio en modo de VPC privada y accedes a S3 a través del punto de 
enlace de VPC de S3, puedes añadir permisos a la política de puntos de enlace de VPC para 
controlar a qué recursos de S3 se puede acceder a través del punto de enlace de VPC. Agregue 
los siguientes permisos a su política de puntos de conexión de VPC. Puede modificar la política si 
necesita restringir aún más los permisos; por ejemplo, puede proporcionar una especificación más 
específica para el campo Principal.

{ 
    "Sid": "S3DriverAccess", 
    "Effect": "Allow", 
    "Principal": "*", 
    "Action": [ 
        "s3:GetBucketLocation", 
        "s3:GetObject", 
        "s3:ListBucket" 
    ], 
    "Resource": "arn:aws:s3:::sagemakerheadlessexecution-*"
}

Para obtener más información sobre cómo configurar una política de puntos de conexión de VPC de 
S3, consulte Edición de la política del punto de conexión de VPC.

Permisos necesarios para usar una clave de KMS personalizada (opcional)

De forma predeterminada, los buckets de Amazon S3 de entrada y salida se cifran mediante el 
cifrado del lado del servidor, pero puede especificar una clave de KMS personalizada para cifrar los 
datos en el bucket de Amazon S3 de salida y en el volumen de almacenamiento asociado al trabajo 
del cuaderno.

Si desea utilizar una clave de KMS personalizada, asocie la siguiente política y proporcione su propio 
ARN de clave de KMS.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
      { 
         "Effect":"Allow", 
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         "Action":[ 
            "kms:Encrypt", 
            "kms:Decrypt", 
            "kms:ReEncrypt*", 
            "kms:GenerateDataKey*", 
            "kms:DescribeKey", 
            "kms:CreateGrant" 
         ], 
         "Resource":"your_KMS_key_ARN" 
      } 
   ]
}

Instalación de políticas y permisos para los entornos locales de Jupyter

Como se ha indicado anteriormente, se instalan dos conjuntos de permisos: los permisos para 
el usuario de IAM y los permisos para el rol de IAM que asume el trabajo del cuaderno. Como se 
muestra en el siguiente diagrama, el usuario de IAM debe configurar los permisos de IAM para poder 
enviar trabajos. SageMaker Una vez que el usuario envía el trabajo del cuaderno, el propio trabajo 
asume un rol de IAM que tiene permisos para acceder a los recursos en función de las tareas del 
trabajo.
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Las siguientes secciones le ayudan a instalar las políticas y los permisos necesarios tanto para el 
usuario de IAM como para el rol de ejecución de trabajos.

Permisos de usuario de IAM

Permisos para enviar trabajos a SageMaker

Para agregar permisos para enviar trabajos, siga los siguientes pasos:

1. Abra la consola de IAM.

2. En el panel izquierdo, seleccione Usuarios.

3. Busque el usuario de IAM para su trabajo del cuaderno y elija el nombre de usuario.

4. Elija Agregar permisos y, a continuación, Crear política insertada en el menú desplegable.

5. Seleccione la pestaña JSON.

6. Copie y pegue la siguiente política:
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{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EventBridgeSchedule", 
            "Effect": "Allow", 
            "Action": [ 
                "events:TagResource", 
                "events:DeleteRule", 
                "events:PutTargets", 
                "events:DescribeRule", 
                "events:EnableRule", 
                "events:PutRule", 
                "events:RemoveTargets", 
                "events:DisableRule" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:is-scheduling-notebook-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "IAMPassrole", 
            "Effect": "Allow", 
            "Action": "iam:PassRole", 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringLike": { 
                    "iam:PassedToService": [ 
                        "sagemaker.amazonaws.com", 
                        "events.amazonaws.com" 
                    ] 
                } 
            } 
        }, 
        { 
            "Sid": "IAMListRoles", 
            "Effect": "Allow", 
            "Action": "iam:ListRoles", 
            "Resource": "*" 
        }, 

Trabajos del cuaderno 5210



Amazon SageMaker Guía para desarrolladores

        { 
            "Sid": "S3ArtifactsAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutEncryptionConfiguration", 
                "s3:CreateBucket", 
                "s3:PutBucketVersioning", 
                "s3:ListBucket", 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:GetEncryptionConfiguration", 
                "s3:DeleteObject", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-automated-execution-*" 
            ] 
        }, 
        { 
            "Sid": "S3DriverAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetObject", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemakerheadlessexecution-*" 
            ] 
        }, 
        { 
            "Sid": "SagemakerJobs", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeTrainingJob", 
                "sagemaker:StopTrainingJob", 
                "sagemaker:DescribePipeline", 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:DeletePipeline", 
                "sagemaker:CreatePipeline" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
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                    "aws:ResourceTag/sagemaker:is-scheduling-notebook-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "AllowSearch", 
            "Effect": "Allow", 
            "Action": "sagemaker:Search", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SagemakerTags", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:ListTags", 
                "sagemaker:AddTags" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:pipeline/*", 
                "arn:aws:sagemaker:*:*:space/*", 
                "arn:aws:sagemaker:*:*:training-job/*", 
                "arn:aws:sagemaker:*:*:user-profile/*" 
            ] 
        }, 
        { 
            "Sid": "ECRImage", 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Política de permisos de AWS KMS (opcional)

De forma predeterminada, los buckets de Amazon S3 de entrada y salida se cifran mediante el 
cifrado del lado del servidor, pero puede especificar una clave de KMS personalizada para cifrar los 
datos en el bucket de Amazon S3 de salida y en el volumen de almacenamiento asociado al trabajo 
del cuaderno.
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Si desea utilizar una clave de KMS personalizada, repita las instrucciones anteriores, asocie la 
siguiente política y proporcione su propio ARN de clave de KMS.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "kms:Encrypt", 
            "kms:Decrypt", 
            "kms:ReEncrypt*", 
            "kms:GenerateDataKey*", 
            "kms:DescribeKey", 
            "kms:CreateGrant" 
         ], 
         "Resource":"your_KMS_key_ARN" 
      } 
   ]
}

Permisos de rol de ejecución de trabajos

Relaciones de confianza

Para modificar las relaciones de confianza del rol de ejecución de trabajos, siga los pasos siguientes:

1. Abra la consola de IAM.

2. En el panel izquierdo, seleccione Roles.

3. Busque el rol de ejecución de trabajos para el trabajo del cuaderno y elija el nombre del rol.

4. Seleccione la pestaña Relaciones de confianza.

5. Elija Editar la política de confianza.

6. Copie y pegue la siguiente política:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
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                    "sagemaker.amazonaws.com", 
                    "events.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

Permisos adicionales

Una vez enviado, el trabajo del cuaderno necesita permisos para acceder a los recursos. Las 
siguientes instrucciones muestran cómo agregar un conjunto mínimo de permisos. Si es necesario, 
agregue más permisos en función de las necesidades de trabajo de su cuaderno. Para agregar 
permisos a su rol de ejecución de trabajos, siga los pasos que se describen a continuación:

1. Abra la consola de IAM.

2. En el panel izquierdo, seleccione Roles.

3. Busque el rol de ejecución de trabajos para el trabajo del cuaderno y elija el nombre del rol.

4. Elija Agregar permisos y, a continuación, Crear política insertada en el menú desplegable.

5. Seleccione la pestaña JSON.

6. Copie y pegue la siguiente política:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "PassroleForJobCreation", 
            "Effect": "Allow", 
            "Action": "iam:PassRole", 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringLike": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Sid": "S3ForStoringArtifacts", 
            "Effect": "Allow", 
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            "Action": [ 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:ListBucket", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": "arn:aws:s3:::sagemaker-automated-execution-*" 
        }, 
        { 
            "Sid": "S3DriverAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetObject", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemakerheadlessexecution-*" 
            ] 
        }, 
        { 
            "Sid": "SagemakerJobs", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:StartPipelineExecution", 
                "sagemaker:CreateTrainingJob" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "ECRImage", 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability" 
            ], 
            "Resource": "*" 
        } 
    ]
}

7. Agregue permisos a otros recursos a los que accede su trabajo del cuaderno.
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8. Elija Revisar política.

9. Escriba un nombre para la política.

10. Elija Crear política.

Cree un trabajo de cuaderno

Si desea crear un trabajo de bloc de notas, tiene varias opciones. Puede crear un trabajo en su 
JupyterLab bloc de notas en la interfaz de usuario de Studio, o puede crear un trabajo mediante 
programación con el SDK de SageMaker Python.

Si crea el trabajo de su cuaderno en la interfaz de usuario de Studio, debe proporcionar detalles 
sobre la imagen y el núcleo, las configuraciones de seguridad y cualquier variable o script 
personalizado, y su trabajo estará programado. Para obtener más información sobre cómo programar 
su trabajo con SageMaker Notebook Jobs, consulteCrea un trabajo de cuaderno en Studio.

Para crear un trabajo de notebook con el SDK de SageMaker Python, debe crear una canalización 
con un paso de trabajo de Notebook e iniciar una ejecución bajo demanda o, si lo desea, utilizar la 
función de programación de canalizaciones para programar futuras ejecuciones. El SageMaker SDK 
le brinda la flexibilidad de personalizar su canalización: puede ampliarla para convertirla en un flujo 
de trabajo con varios pasos de tareas de cuaderno. Como crea un paso de trabajo de SageMaker 
Notebook y un pipeline, puede realizar un seguimiento del estado de ejecución de su pipeline en el 
panel de tareas de SageMaker Notebook Jobs y también ver el gráfico de su canalización en Studio. 
Para obtener detalles sobre cómo programar su trabajo con el SDK de SageMaker Python y enlaces 
a cuadernos de ejemplo, consulteCree un trabajo de cuaderno con el SDK de SageMaker Python.

Cree un trabajo de cuaderno con el SDK de SageMaker Python

Para ejecutar un bloc de notas independiente con el SDK de SageMaker Python, debe crear un 
paso de trabajo de Notebook, adjuntarlo a una canalización y utilizar las utilidades que proporciona 
SageMaker Pipelines para ejecutar el trabajo bajo demanda o, si lo desea, programar uno o más 
trabajos futuros.

En las siguientes secciones se describen los pasos básicos para crear un trabajo de bloc de 
notas programado o bajo demanda y realizar un seguimiento de la ejecución. Además, consulte 
el siguiente análisis si necesita transferir parámetros a su tarea de portátil o conectarse a Amazon 
EMR en su portátil; en estos casos, se requiere una preparación adicional de su cuaderno Jupyter. 
También puede aplicar valores predeterminados a un subconjunto de los argumentos para no tener
NotebookJobStep que especificarlos cada vez que cree un paso de Notebook Job.
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Para ver ejemplos de cuadernos que muestran cómo programar trabajos de cuadernos con el SDK 
de SageMaker Python, consulte cuadernos de ejemplos de trabajos de cuadernos.

Temas

• Pasos para crear un trabajo de cuaderno

• Consulta los trabajos de tu bloc de notas en el panel de la interfaz de usuario de Studio

• Consulta el gráfico de tu proceso en Studio

• Pasar los parámetros a su cuaderno

• Conexión a un clúster de Amazon EMR en su bloc de notas de entrada

• Configure las opciones predeterminadas

Pasos para crear un trabajo de cuaderno

Puede crear un trabajo de bloc de notas que se ejecute inmediatamente o según una programación. 
En las instrucciones siguientes se describen ambos métodos.

Para programar un trabajo de portátil, complete los siguientes pasos básicos:

1. Crear una instancia de NotebookJobStep. Para obtener más información sobre
NotebookJobStep los parámetros, consulte sagemaker.workflow.steps. NotebookJobStep. 
Como mínimo, puede proporcionar los siguientes argumentos, tal y como se muestra en el 
siguiente fragmento de código:

Important

Si programa el trabajo del bloc de notas con el SDK de SageMaker Python, solo podrá 
especificar determinadas imágenes para ejecutar el trabajo del bloc de notas. Para 
obtener más información, consulte Restricciones de imagen para trabajos de cuadernos 
del SDK de SageMaker Python.

notebook_job_step = NotebookJobStep( 
    input_notebook=input-notebook, 
    image_uri=image-uri, 
    kernel_name=kernel-name
)
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2. Crea una canalización con la NotebookJobStep tuya en un solo paso, como se muestra en el 
siguiente fragmento:

pipeline = Pipeline( 
    name=pipeline-name, 
    steps=[notebook_job_step], 
    sagemaker_session=sagemaker-session,
)

3. Ejecute la canalización a pedido o, si lo desea, programe futuros recorridos de canalización. 
Para iniciar una ejecución inmediata, utilice el siguiente comando:

execution = pipeline.start( 
    parameters={...}
)

Si lo desea, puede programar una sola ejecución futura de una canalización o varias 
ejecuciones en un intervalo predeterminado. Especificas tu programación PipelineSchedule
y, a continuación, pasas el objeto de programación a tu canalización con ellaput_triggers. 
Para obtener más información sobre la programación de canalizaciones, consultePrograma una 
canalización con el SDK de SageMaker Python.

En el siguiente ejemplo, se programa la canalización para que se ejecute una vez el 12 de 
diciembre de 2023 a las 10:31:32 UTC.

my_schedule = PipelineSchedule(   
    name="my-schedule“,   
    at=datetime(year=2023, month=12, date=25, hour=10, minute=31, second=32)  
)   
pipeline.put_triggers(triggers=[my_schedule])

En el siguiente ejemplo, se programa tu canalización para que se ejecute a las 10:15 a. m. UTC 
del último viernes de cada mes durante los años 2022 a 2023. Para obtener más información 
sobre la programación basada en CRON, consulta Programaciones basadas en CRON.

my_schedule = PipelineSchedule(   
    name="my-schedule“,   
    cron="15 10 ? * 6L 2022-2023"
)   
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pipeline.put_triggers(triggers=[my_schedule])

4. (Opcional) Vea los trabajos de su bloc de notas en el panel de control de trabajos de bloc de 
SageMaker notas. Los valores que proporciones para el tags argumento del paso de trabajo de 
Notebook controlan la forma en que la interfaz de usuario de Studio captura y muestra el trabajo. 
Para obtener más información, consulte Consulta los trabajos de tu bloc de notas en el panel de 
la interfaz de usuario de Studio.

Consulta los trabajos de tu bloc de notas en el panel de la interfaz de usuario de Studio

Los trabajos de bloc de notas que cree como pasos de la canalización aparecen en el panel de 
tareas de Studio Notebook si especifica determinadas etiquetas.

Note

Solo los trabajos de bloc de notas creados en Studio o en JupyterLab entornos locales crean 
definiciones de trabajos. Por lo tanto, si crea su trabajo de bloc de notas con el SDK de 
SageMaker Python, no verá las definiciones de trabajo en el panel de trabajos de bloc de 
notas. Sin embargo, puede ver los trabajos de su bloc de notas tal y como se describe enVer 
los trabajos del cuaderno.

Puede controlar qué miembros del equipo pueden ver los trabajos de su bloc de notas con las 
siguientes etiquetas:

• Para mostrar el bloc de notas a todos los perfiles de usuario o espacios de un dominio, añade la 
etiqueta de dominio con tu nombre de dominio. A continuación se muestra un ejemplo:

• clave:sagemaker:domain-name, valor: d-abcdefghij5k

• Para mostrar el trabajo del bloc de notas a un perfil de usuario determinado de un dominio, añada 
tanto el perfil de usuario como las etiquetas del dominio. A continuación se muestra un ejemplo de 
etiqueta de perfil de usuario:

• clave:sagemaker:user-profile-name, valor: studio-user

• Para mostrar el trabajo del cuaderno en un espacio, añada las etiquetas de espacio y dominio. A 
continuación se muestra un ejemplo de etiqueta de espacio:

• clave:sagemaker:shared-space-name, valor: my-space-name

• Si no adjuntas ningún dominio, perfil de usuario o etiqueta de espacio, la interfaz de usuario de 
Studio no mostrará el trabajo del cuaderno creado por paso del proceso. En este caso, puedes ver 
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el trabajo de formación subyacente en la consola de trabajos de formación o puedes ver el estado 
en la lista de ejecuciones en proceso.

Una vez que haya configurado las etiquetas necesarias para ver sus trabajos en el panel de control, 
consulte Ver los trabajos del cuaderno las instrucciones sobre cómo ver los trabajos y descargar los 
resultados.

Consulta el gráfico de tu proceso en Studio

Como el paso de trabajo de tu cuaderno forma parte de un proceso, puedes ver el gráfico del 
proceso (DAG) en Studio. En el gráfico del oleoducto, puede ver el estado del recorrido del oleoducto 
y su linaje. Para obtener más detalles, consulte Ver la ejecución de una canalización.

Pasar los parámetros a su cuaderno

Si quiere pasar parámetros al trabajo de su cuaderno (utilizando el parameters argumento 
deNotebookJobStep), debe preparar el cuaderno de entrada para recibir los parámetros.

El ejecutor de tareas del cuaderno basado en Papermill busca una celda de Jupyter etiquetada 
con la parameters etiqueta y aplica los nuevos parámetros o las anulaciones de parámetros 
inmediatamente después de esta celda. Para obtener más detalles, consulte Parametrizar el 
cuaderno.

Una vez realizado este paso, pase los parámetros a la suya, tal y como se muestra en el siguiente
NotebookJobStep ejemplo:

notebook_job_parameters = { 
    "company": "Amazon"
}

notebook_job_step = NotebookJobStep( 
    image_uri=image-uri, 
    kernel_name=kernel-name, 
    role=role-name, 
    input_notebook=input-notebook, 
    parameters=notebook_job_parameters, 
    ...
)
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Conexión a un clúster de Amazon EMR en su bloc de notas de entrada

Si te conectas a un clúster de Amazon EMR desde tu bloc de notas de Jupyter en Studio, es posible 
que tengas que seguir modificando tu bloc de notas de Jupyter. Comprueba Conéctese a un clúster 
de Amazon EMR desde su portátil si necesitas realizar alguna de las siguientes tareas en tu bloc de 
notas:

• Transfiera los parámetros a su comando de conexión de Amazon EMR. Studio usa Papermill para 
ejecutar cuadernos. En los SparkMagic núcleos, es posible que los parámetros que transfiera al 
comando de conexión de Amazon EMR no funcionen según lo esperado debido a la forma en que 
Papermill pasa la información. SparkMagic

• Pasar las credenciales de usuario a clústeres de Amazon EMR autenticados por Kerberos, LDAP o 
HTTP Basic Auth. Debe pasar las credenciales de usuario a través del. AWS Secrets Manager

Configure las opciones predeterminadas

El SageMaker SDK te ofrece la opción de establecer valores predeterminados para un 
subconjunto de parámetros, de modo que no tengas que especificarlos cada vez que crees 
una NotebookJobStep instancia. Estos parámetros sonrole,s3_root_uri, s3_kms_key
volume_kms_keysubnets, y. security_group_ids Utilice el archivo de SageMaker 
configuración para establecer los valores predeterminados del paso. Para obtener información sobre 
el archivo SageMaker de configuración, consulte Configuración y uso de valores predeterminados 
con el SDK de SageMaker Python. .

Para configurar los valores predeterminados de los trabajos del cuaderno, aplique los nuevos valores 
predeterminados a la sección de trabajos del cuaderno del archivo de configuración, tal y como se 
muestra en el siguiente fragmento:

SageMaker: 
  PythonSDK: 
    Modules: 
      NotebookJob: 
        RoleArn: 'arn:aws:iam::555555555555:role/IMRole' 
        S3RootUri: 's3://my-bucket/my-project' 
        S3KmsKeyId: 's3kmskeyid' 
        VolumeKmsKeyId: 'volumekmskeyid1' 
        VpcConfig: 
          SecurityGroupIds: 
            - 'sg123' 
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          Subnets: 
            - 'subnet-1234'

Crea un trabajo de cuaderno en Studio

Note

El programador de cuadernos se creó a partir de los servicios Amazon EventBridge, 
SageMaker Training y SageMaker Pipelines. Si los trabajos del cuaderno no tienen éxito, es 
posible que aparezcan errores relacionados con estos servicios.

SageMaker Notebook Jobs le proporciona las herramientas para crear y administrar sus trabajos de 
cuaderno no interactivos mediante el widget Notebook Jobs. Puede crear trabajos, ver los trabajos 
que ha creado y pausar, detener o reanudar los trabajos existentes. También puede modificar las 
programaciones de los cuadernos.

Al crear un trabajo de cuaderno programado con el widget, el planificador intenta deducir una 
selección de opciones predeterminadas y rellena automáticamente el formulario para ayudarle 
a empezar rápidamente. Si utiliza Studio, como mínimo puede enviar un trabajo bajo demanda 
sin configurar ninguna opción. También puede enviar una definición de trabajo del cuaderno 
(programada) con solo la información de la programación específica. Sin embargo, puede 
personalizar otros campos si el trabajo programado requiere ajustes especializados. Si utiliza 
un cuaderno de Jupyter local, la extensión del planificador incluye una característica para que 
especifique sus propios valores predeterminados (para un subconjunto de opciones), de forma que 
no tenga que insertar manualmente los mismos valores cada vez.

Para programar un trabajo de cuaderno, complete los siguientes pasos.

1. Abra el formulario Crear trabajo.

En JupyterLab entornos locales, selecciona el icono Crear una tarea de bloc de notas 
( ) 
en la barra de tareas. Si no ve el icono, siga las instrucciones en Guía de instalación para 
instalarlo.

En Studio, abra el formulario de una de las dos formas siguientes:

• Uso del explorador de archivos
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1. En el explorador de archivos del panel izquierdo, haga clic con el botón derecho en el 
cuaderno que desee ejecutar como un trabajo programado.

2. Elija Crear trabajo de cuaderno.

• En el cuaderno de Studio

• En el cuaderno de Studio que desee ejecutar como un trabajo 
programado, seleccione el icono Crear un trabajo de cuaderno
( ) 
en la barra de herramientas de Studio.

2. Rellene el formulario que aparece. El formulario muestra los siguientes campos:

• Nombre del trabajo: nombre descriptivo que especifique para el trabajo.

• Archivo de entrada: el nombre del cuaderno que va a ejecutar en modo no interactivo.

• Tipo de cómputo: el tipo de instancia de Amazon EC2 en la que desea ejecutar el cuaderno.

• Parámetros: parámetros personalizados que, si lo desea, puede especificar como entradas para 
su cuaderno. Para utilizar esta función, si lo desea, puede etiquetar una celda específica de 
su bloc de notas de Jupyter con la parameters etiqueta para controlar dónde se aplican sus 
parámetros. Para obtener más información, consulte Parametrizar el cuaderno.

• Opciones adicionales: puede especificar personalizaciones adicionales para su trabajo. Por 
ejemplo, puede especificar una imagen o un kernel, las carpetas de entrada y salida, las 
opciones de reintento y tiempo de espera del trabajo, los detalles de cifrado y los scripts de 
inicialización personalizados. Para ver una lista completa de las personalizaciones que puede 
aplicar, consulte Opciones disponibles.

3. Programe su trabajo. Puede utilizar su cuaderno bajo demanda o según una programación fija.

• Para ejecutar el cuaderno bajo demanda, complete los siguientes pasos.

• Seleccione Ejecutar ahora.

• Seleccione Crear.

• Aparece la pestaña Trabajos de cuaderno. Elija Recargar para cargar su trabajo en el panel.

• Para ejecutar el cuaderno según una programación fija, complete los siguientes pasos.

• Elija Ejecutar según una programación.

• Elija la lista desplegable Intervalo y seleccione un intervalo. Los intervalos van desde cada 
minuto hasta mensualmente. También puede seleccionar Programación personalizada.

• Según el intervalo que elija, aparecerán campos adicionales para ayudarle a especificar mejor 
el día y la hora de ejecución que desee. Por ejemplo, si selecciona Día para una ejecución 

Trabajos del cuaderno 5223



Amazon SageMaker Guía para desarrolladores

diaria, aparecerá un campo adicional para que especifique la hora deseada. Tenga en cuenta 
que cualquier hora que especifique está en formato UTC. Tenga en cuenta también que 
si elige un intervalo pequeño, como un minuto, sus trabajos se superpondrán si el trabajo 
anterior no se ha completado cuando comience el siguiente.

Si selecciona una programación personalizada, utilizará la sintaxis cron en el cuadro de 
expresión para especificar la fecha y hora exactas de la ejecución. La sintaxis cron es una 
lista de dígitos separados por espacios, cada uno de los cuales representa una unidad de 
tiempo desde segundos hasta años. Si necesita ayuda con la sintaxis cron, puede elegir
Obtener ayuda con la sintaxis cron en el cuadro de expresiones.

• Seleccione Crear.

• Aparece la pestaña Definiciones de trabajos del cuaderno. Seleccione Recargar para cargar 
la definición del trabajo en el panel.

Configuración de opciones predeterminadas para los cuadernos locales

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección trata 
específicamente del uso de la aplicación Studio Classic. Para obtener información sobre el 
uso de la experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Si tiene que escribir (o pegar) manualmente valores personalizados en el formulario Crear trabajo, 
puede almacenar los nuevos valores predeterminados y la extensión del planificador insertará 
los nuevos valores cada vez que cree una nueva definición de trabajo. Esta característica está 
disponible para las siguientes opciones:

• ARN del rol

• Carpeta de entrada de S3

• Carpeta de salida de S3

• Clave KMS de cifrado de salida (si activa Configure Job Encryption)

• Clave KMS de cifrado de volumen de instancia de trabajo (si activas Configurar cifrado de trabajo)
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Esta característica le ahorra tiempo si inserta valores diferentes a los valores predeterminados 
proporcionados y continúa utilizando esos valores para futuras ejecuciones de trabajos. La 
configuración de usuario elegida se almacena en la máquina en la que se ejecuta el JupyterLab 
servidor y se recupera con la ayuda de la API nativa. Si proporciona nuevos valores predeterminados 
para una o más opciones, pero no para las cinco, se utilizarán los valores predeterminados 
anteriores para las que no personalice.

Las siguientes instrucciones le muestran cómo obtener una vista previa de los valores 
predeterminados existentes, establecer nuevos valores predeterminados y restablecer los valores 
predeterminados para los trabajos de su portátil.

Para obtener una vista previa de los valores predeterminados existentes para los trabajos de su bloc 
de notas, complete los siguientes pasos:

1. Abra la consola Amazon SageMaker Studio Classic siguiendo las instrucciones deInicie Amazon 
SageMaker Studio Classic.

2. En el explorador de archivos del panel izquierdo, haga clic con el botón derecho en el cuaderno 
que desee ejecutar como un trabajo programado.

3. Elija Crear trabajo de cuaderno.

4. Seleccione Opciones adicionales para ampliar la pestaña de configuración de tareas del bloc de 
notas. Puede ver la configuración predeterminada aquí.

Para establecer nuevos valores predeterminados para sus futuros trabajos de notebook, complete los 
siguientes pasos:

1. Abra la consola Amazon SageMaker Studio Classic siguiendo las instrucciones deInicie Amazon 
SageMaker Studio Classic.

2. En el menú superior de Studio Classic, selecciona Configuración y, a continuación, selecciona
Editor de configuración avanzada.

3. Selecciona Amazon SageMaker Scheduler en la lista que aparece debajo de Configuración. Es 
posible que ya esté abierto de forma predeterminada.

4. Puedes actualizar la configuración predeterminada directamente en esta página de interfaz de 
usuario o mediante el editor JSON.

• En la interfaz de usuario, puede insertar nuevos valores para el ARN del rol, la carpeta de
entrada S3, la carpeta de salida S3, la clave KMS de cifrado de salida o la clave KMS de
cifrado de volumen de la instancia de trabajo. Si cambia estos valores, verá los nuevos valores 
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predeterminados de estos campos al crear su próximo trabajo de bloc de notas en Opciones
adicionales.

• (Opcional) Para actualizar los valores predeterminados del usuario mediante el editor de 
configuración de JSON, complete los siguientes pasos:

1. En la esquina superior derecha, seleccione el Editor de configuración de JSON.

2. En la barra lateral izquierda de Configuración, selecciona Amazon SageMaker  Scheduler. 
Es posible que ya esté abierto de forma predeterminada.

Puede ver sus valores predeterminados actuales en el panel de preferencias de usuario.

Puede ver los valores predeterminados del sistema en el panel de valores
predeterminados del sistema.

3. Para actualizar los valores predeterminados, copie y pegue el fragmento de código JSON 
del panel de Valores predeterminados del sistema en el panel de Preferencias de usuario
y actualice los campos.

4. Si ha actualizado los valores predeterminados, seleccione el icono Guardar la 
configuración del usuario

( ) 
en la esquina superior derecha. Al cerrar el editor, no se guardan los cambios.

Si ha modificado anteriormente los valores predeterminados definidos por el usuario y ahora desea 
restablecerlos, complete los siguientes pasos:

1. En el menú superior de Studio Classic, selecciona Configuración y, a continuación, selecciona
Editor de configuración avanzada.

2. Selecciona Amazon SageMaker Scheduler en la lista que aparece debajo de Configuración. Es 
posible que ya esté abierto de forma predeterminada.

3. Puede restablecer los valores predeterminados directamente desde esta página de interfaz de 
usuario o mediante el editor JSON.

• En la interfaz de usuario, puedes elegir Restaurar los valores predeterminados en la esquina 
superior derecha. Los valores predeterminados se restauran a cadenas vacías. Solo verá esta 
opción si ha modificado previamente los valores predeterminados.

• (Opcional) Para reiniciar la configuración predeterminada mediante el editor de configuración 
JSON, complete los siguientes pasos:
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1. En la esquina superior derecha, seleccione el Editor de configuración de JSON.

2. En la barra lateral izquierda de Configuración, selecciona Amazon SageMaker  Scheduler. 
Es posible que ya esté abierto de forma predeterminada.

Puede ver sus valores predeterminados actuales en el panel de preferencias de usuario.

Puede ver los valores predeterminados del sistema en el panel de valores
predeterminados del sistema.

3. Para restablecer la configuración predeterminada actual, copie el contenido del panel de
valores predeterminados del sistema al panel de preferencias de usuario.

4. Seleccione el icono Guardar la configuración del usuario

( ) 
en la esquina superior derecha. Al cerrar el editor, no se guardan los cambios.

Cree un flujo de trabajo de tareas de cuaderno

Dado que un trabajo de cuaderno ejecuta tu código personalizado, puedes crear una canalización 
que incluya uno o más pasos del trabajo de un cuaderno. Los flujos de trabajo de aprendizaje 
automático suelen contener varios pasos, como un paso de procesamiento para preprocesar los 
datos, un paso de formación para crear el modelo y un paso de evaluación del modelo, entre otros. 
Un posible uso de los trabajos de cuaderno es gestionar el preprocesamiento: es posible que tenga 
un cuaderno que realice la transformación o ingesta de datos, un paso de EMR que lleve a cabo la 
limpieza de datos y otro trabajo de cuaderno que realice la caracterización de las entradas antes 
de iniciar un paso de entrenamiento. Un trabajo de cuaderno puede requerir información de los 
pasos anteriores del proceso o de la personalización especificada por el usuario como parámetros 
en el cuaderno de entrada. Para ver ejemplos que muestran cómo pasar variables y parámetros de 
entorno a su bloc de notas y cómo recuperar información de los pasos anteriores, consultePase la 
información desde y hacia su cuaderno (paso 2).

En otro caso práctico, una de las tareas de la libreta podría requerir a otra libreta para que realice 
algunas tareas durante la ejecución de la libreta. En este caso, tendrá que especificar las libretas de 
origen como dependencias del paso de trabajo de la libreta. Para obtener información sobre cómo 
llamar a otro bloc de notas, consulte. Invoca otro cuaderno en tu tarea de cuaderno

Para ver ejemplos de cuadernos que muestran cómo programar trabajos de cuadernos con el SDK 
de SageMaker Python, consulte cuadernos de ejemplos de trabajos de cuadernos.
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Pase la información desde y hacia su cuaderno (paso 2)

En las siguientes secciones se describen las formas de pasar información a su bloc de notas como 
variables y parámetros de entorno.

Transfiera variables de entorno

Pase las variables de entorno como un diccionario a su environment_variable
argumentoNotebookJobStep, como se muestra en el siguiente ejemplo:

environment_variables = {"RATE": 0.0001, "BATCH_SIZE": 1000}

notebook_job_step = NotebookJobStep( 
    ... 
    environment_variables=environment_variables, 
    ...
)

Puede utilizar las variables de entorno del bloc de notas utilizandoos.getenv(), como se muestra 
en el siguiente ejemplo:

# inside your notebook
import os
print(f"ParentNotebook: env_key={os.getenv('env_key')}")

Parámetros de pase

Al pasar los parámetros al primer paso de la tarea de Notebook de la NotebookJobStep instancia, 
si lo desea, puede etiquetar una celda de su bloc de notas de Jupyter para indicar dónde aplicar 
los nuevos parámetros o las anulaciones de parámetros. Para obtener instrucciones sobre cómo 
etiquetar una celda en su bloc de notas de Jupyter, consulte. Parametrizar el cuaderno

Los parámetros se pasan por el parameters parámetro del paso Notebook Job, como se muestra 
en el siguiente fragmento de código:

notebook_job_parameters = { 
    "company": "Amazon",
}

notebook_job_step = NotebookJobStep( 
    ... 
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    parameters=notebook_job_parameters, 
    ...
)

En el cuaderno de entrada, los parámetros se aplican después de la celda etiquetada con el bloc de 
notas parameters o al principio del cuaderno si no tiene una celda etiquetada.

# this cell is in your input notebook and is tagged with 'parameters'
# your parameters and parameter overrides are applied after this cell
company='default'

# in this cell, your parameters are applied
# prints "company is Amazon"
print(f'company is {company}')

Recupera información de un paso anterior

La siguiente discusión explica cómo puede extraer datos de un paso anterior para pasarlos al paso 
Job de su cuaderno.

Utilice el properties atributo

Puede utilizar las siguientes propiedades con el properties atributo del paso anterior:

• ComputingJobName—El nombre del trabajo de formación

• ComputingJobStatus—El estado del puesto de formación

• NotebookJobInputLocation—La ubicación de entrada de Amazon S3

• NotebookJobOutputLocationPrefix—La ruta hacia los resultados de su trabajo de 
formación, más específicamente{NotebookJobOutputLocationPrefix}/{training-job-
name}/output/output.tar.gz. Contiene los resultados

• InputNotebookName—El nombre del archivo del bloc de notas de entrada

• OutputNotebookName—El nombre del archivo del cuaderno de salida (que puede no existir en la 
carpeta de resultados del trabajo de formación si el trabajo falla)

En el siguiente fragmento de código se muestra cómo extraer los parámetros del atributo properties.

notebook_job_step2 = NotebookJobStep( 
    .... 
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    parameters={ 
        "step1_JobName": notebook_job_step1.properties.ComputingJobName, 
        "step1_JobStatus": notebook_job_step1.properties.ComputingJobStatus, 
        "step1_NotebookJobInput": 
 notebook_job_step1.properties.NotebookJobInputLocation, 
        "step1_NotebookJobOutput": 
 notebook_job_step1.properties.NotebookJobOutputLocationPrefix, 
    }

Utilice JsonGet

Si desea pasar parámetros distintos de los mencionados anteriormente y las salidas JSON del paso 
anterior residen en Amazon S3, utiliceJsonGet. JsonGetes un mecanismo general que puede 
extraer datos directamente de los archivos JSON en Amazon S3.

Para extraer archivos JSON en Amazon S3 conJsonGet, complete los siguientes pasos:

1. Cargue el archivo JSON a Amazon S3. Si sus datos ya están cargados en Amazon S3, omita 
este paso. En el siguiente ejemplo, se muestra cómo cargar un archivo JSON en Amazon S3.

import json
from sagemaker.s3 import S3Uploader

output = { 
    "key1": "value1",  
    "key2": [0,5,10]
} 
             
json_output = json.dumps(output)

with open("notebook_job_params.json", "w") as file: 
    file.write(json_output)

S3Uploader.upload( 
    local_path="notebook_job_params.json", 
    desired_s3_uri="s3://path/to/bucket"
)

2. Proporcione su URI de S3 y la ruta JSON del valor que desee extraer. En el siguiente ejemplo,
JsonGet devuelve un objeto que representa el índice 2 del valor asociado a key key2 (10).

NotebookJobStep( 
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    .... 
    parameters={ 
        # the key job_key1 returns an object representing the value 10 
        "job_key1": JsonGet( 
            s3_uri=Join(on="/", values=["s3:/", ..]), 
            json_path="key2[2]" # value to reference in that json file 
        ),  
        "job_key2": "Amazon"  
    }
)

Invoca otro cuaderno en tu tarea de cuaderno

La siguiente discusión muestra un ejemplo de una canalización con un paso de trabajo de Notebook 
en el que el cuaderno llama a otros dos cuadernos. El cuaderno de entrada contiene las siguientes 
líneas:

%run 'subfolder/notebook_to_call_in_subfolder.ipynb'
%run 'notebook_to_call.ipynb'

Pase estos cuadernos a sus NotebookJobStep instancias con ellosadditional_dependencies, 
tal y como se muestra en el siguiente fragmento. Tenga en cuenta que las rutas proporcionadas 
para los cuadernos additional_dependencies provienen de la ubicación raíz. Para obtener 
información sobre cómo SageMaker carga sus archivos y carpetas dependientes a Amazon S3 para 
que pueda proporcionar correctamente las rutas a sus dependencias, consulte la descripción de
additional_dependencies en. NotebookJobStep

input_notebook = "inputs/input_notebook.ipynb"
simple_notebook_path = "inputs/notebook_to_call.ipynb"
folder_with_sub_notebook = "inputs/subfolder"

notebook_job_step = NotebookJobStep( 
    image_uri=image-uri, 
    kernel_name=kernel-name, 
    role=role-name, 
    input_notebook=input_notebook, 
    additional_dependencies=[simple_notebook_path, folder_with_sub_notebook], 
    tags=tags,
)
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Opciones disponibles

La siguiente tabla muestra todas las opciones disponibles que puede usar para personalizar su 
trabajo de notebook, ya sea que ejecute su trabajo de notebook en Studio, en un entorno Jupyter 
local o utilizando el SDK de SageMaker Python. La tabla incluye el tipo de opción personalizada, una 
descripción, directrices adicionales sobre cómo utilizarla, un nombre de campo para la opción en 
Studio (si está disponible) y el nombre del parámetro para el paso del trabajo del cuaderno en el SDK 
de SageMaker Python (si está disponible).

En el caso de algunas opciones, también puede preestablecer valores predeterminados 
personalizados para no tener que especificarlos cada vez que configure un trabajo de bloc de 
notas. En el caso de Studio, estas opciones son la función, la carpeta de entrada, la carpeta de 
salida y el identificador clave de KMS, y se especifican en la siguiente tabla. Si preestablece valores 
predeterminados personalizados para estas opciones, estos campos se rellenan automáticamente 
en el formulario Crear trabajo al crear el trabajo de su bloc de notas. Para obtener más información 
sobre cómo crear valores predeterminados personalizados en los entornos de Studio y Jupyter 
locales, consulte. Configuración de opciones predeterminadas para los cuadernos locales

El SageMaker SDK también te ofrece la opción de establecer valores predeterminados 
inteligentes para que no tengas que especificar estos parámetros al crear un. NotebookJobStep
Estos parámetros sonrole,s3_root_uri,s3_kms_key, volume_kms_key
subnetssecurity_group_ids, y se especifican en la siguiente tabla. Para obtener información 
sobre cómo establecer valores predeterminados inteligentes, consulteConfigure las opciones 
predeterminadas.

Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

Nombre 
del 
trabajo

El nombre de 
su trabajo tal y 
como debería 
aparecer en el 
panel de tareas de 
Notebook.

Nombre del trabajo de 
campo.

Igual que Studio. Parámetro
notebook_ 
job_name . 
El 
valor 
predeterm 
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

inado 
es
None.
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

Imagen La imagen del 
contenedor 
utilizada para 
ejecutar el 
cuaderno de forma 
no interactiva en 
el tipo de cómputo 
elegido.

Imagen de campo. Este 
campo tiene como valor 
predeterminado la imagen 
actual del cuaderno. 
Cambie este campo del 
valor predeterminado a 
uno personalizado si es 
necesario. Si Studio no 
puede inferir este valor, 
el formulario muestra un 
error de validación que 
requiere que lo especifiq 
ue. Esta imagen puede 
ser personalizada, una
bring-your-own imagen o 
una SageMaker imagen 
disponible en Amazon. 
Para obtener una lista de 
SageMaker las imágenes 
disponibles compatibl 
es con el programador 
de cuadernos, consulte
SageMaker Imágenes de 
Amazon disponibles.

Imagen de campo. Este 
campo requiere un URI 
de ECR de una imagen 
de Docker que pueda 
ejecutar el cuaderno 
proporcionado en el tipo 
de cómputo seleccion 
ado. De forma predeterm 
inada, la extensión del 
planificador usa Python 
2.0 prediseñado basado 
en SageMaker imágenes 
de Docker. Esta es la 
imagen oficial de Python 
3.8 DockerHub con boto3 
y el AWS CLI núcleo de 
Python 3. También puede 
proporcionar cualquier 
URI de ECR que cumpla 
con la especificación 
de imagen personali 
zada del cuaderno. Para 
obtener más detalles, 
consulte Especificaciones 
SageMaker de imagen 
personalizadas. Esta 
imagen debe contener 
todos los kernels y 
bibliotecas necesarios 

Obligator 
io. 
Parámetro 
.
image_uri

Ubicación 
del 
URI 
de 
una 
imagen 
de 
Docker 
en 
el 
ECR. 
Puede 
usar 
imágenes 
de 
SageMaker 
distribuc 
ión 
específic 
as o 
una 
imagen 
personali 
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

para el funcionamiento del 
cuaderno.

zada 
basada 
en 
esas 
imágenes, 
o su 
propia 
imagen 
preinstal 
ada 
con 
las 
dependenc 
ias 
de 
tareas 
del 
cuaderno 
que 
cumpla 
con 
los 
requisito 
s 
adicional 
es. 
Para 
obtener 
más 
detalles, 
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

consulte
Restricci 
ones 
de 
imagen 
para 
trabajos 
de 
cuadernos 
del 
SDK 
de 
SageMaker 
Python.
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

Tipo de 
instancia

El tipo de instancia 
EC2 que se 
utilizará para 
ejecutar el trabajo 
del cuaderno. 
El trabajo del 
cuaderno utiliza 
un trabajo de 
SageMaker 
formación como 
capa de cálculo, 
por lo que el 
tipo de instancia 
especificado debe 
ser un tipo de 
instancia compatibl 
e con SageMaker 
formación.

Tipo de cálculo de campo. 
El valor predeterminado es
ml.m5.large .

Igual que Studio. Parámetro
instance_ 
type . 
El 
valor 
predeterm 
inado 
es
ml.m5.lar 
ge .
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

Kernel El kernel de 
Jupyter utilizado 
para ejecutar 
el trabajo del 
cuaderno.

Núcleo de campo. Este 
campo tiene como valor 
predeterminado el kernel 
actual del cuaderno. 
Cambie este campo del 
valor predeterminado a 
uno personalizado si es 
necesario. Si Studio no 
puede inferir este valor, 
el formulario muestra un 
error de validación que 
requiere que lo especifiq 
ue.

Núcleo de campo. Este 
kernel debe estar presente 
en la imagen y seguir 
las especificaciones del 
kernel de Jupyter. El valor 
predeterminado de este 
campo es el kernel de 
Python3 que se encuentra 
en la imagen base de 
Python 2.0. SageMaker 
Cambie este campo a un 
valor personalizado si es 
necesario.

Obligator 
io. 
Parámetro 
.
kernel_na 
me
Este 
kernel 
debe 
estar 
presente 
en 
la 
imagen 
y 
seguir 
las 
especific 
aciones 
del 
kernel 
de 
Jupyter. 
Para 
ver 
los 
identific 
adores 
del 
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

núcleo 
de 
su 
imagen, 
consulte 
(ENLACE).

SageMaker 
sesión

La SageMaker 
sesión subyacent 
e en la que se 
delegan las 
llamadas de 
SageMaker 
servicio.

N/A N/A Parámetro
sagemaker 
_session . 
Si 
no 
se 
especific 
a, 
se 
crea 
uno 
mediante 
una 
cadena 
de 
configura 
ción 
predeterm 
inada.
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

ARN 
del rol

El nombre de 
recurso de Amazon 
(ARN) del rol 
utilizado con 
el trabajo del 
cuaderno.

ARN de rol de campo. 
El valor predeterminado 
de este campo es el rol 
de ejecución de Studio. 
Cambie este campo a un 
valor personalizado si es 
necesario.

Note

Si Studio no puede 
inferir este valor, el 
campo ARN del rol
está en blanco. En 
este caso, inserte 
el ARN que desee 
utilizar.

ARN de rol de campo. 
El valor predeterm 
inado de este campo es 
cualquier rol con el prefijo
SagemakerJupyterSc 
heduler . Si tiene varios 
roles con el prefijo, la 
extensión elige uno. 
Cambie este campo a 
un valor personalizado si 
es necesario. Para este 
campo, puede establecer 
su propia configuración de 
usuario predeterminada, 
que se rellena automátic 
amente cada vez que 
crea una nueva definició 
n de trabajo. Para obtener 
más detalles, consulte
Configuración de opciones 
predeterminadas para los 
cuadernos locales.

Parámetro
role. 
Utiliza 
la 
función 
de 
IAM 
SageMaker 
predeterm 
inada 
si el 
SDK 
se 
ejecuta 
en 
SageMaker 
notebooks 
o 
SageMaker 
Studio 
Notebooks 
. De 
lo 
contrario 
, 
arroja 
un.
ValueErro 
r
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

Permite 
valores 
predeterm 
inados 
inteligen 
tes.

Cuaderno 
de 
entrada

El nombre del bloc 
de notas que va a 
ejecutar.

Obligatorio. Archivo de 
entrada de campo.

Igual que Studio. Parámetro
obligator 
io.
input_not 
ebook
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

Carpeta 
de 
entrada

La carpeta que 
contiene las 
entradas. En esta 
carpeta se colocan 
las entradas del 
trabajo, incluido 
el cuaderno 
de entradas y 
cualquier script 
de inicio o inicializ 
ación opcional.

Carpeta de entrada de
campo. Si no proporciona 
una carpeta, el programad 
or crea un bucket de 
Amazon S3 predeterm 
inado para sus entradas.

Igual que Studio. Para 
este campo, puede 
establecer su propia 
configuración de usuario 
predeterminada, que 
se rellena automátic 
amente cada vez que 
crea una nueva definició 
n de trabajo. Para obtener 
más detalles, consulte
Configuración de opciones 
predeterminadas para los 
cuadernos locales.

N/A. 
La 
carpeta 
de 
entrada 
se 
coloca 
dentro 
de 
la 
ubicación 
especific 
ada 
por 
el 
parámetro
s3_root_u 
ri .
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Opción 
personali 
zada

Descripción Directriz específica de 
Studio
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Carpeta 
de 
salida

La carpeta que 
contiene las 
salidas. En esta 
carpeta se colocan 
las salidas de los 
trabajos, incluidos 
el cuaderno de 
salidas y los 
registros.

Carpeta de salida de
campo. Si no especifica 
una carpeta, el programad 
or crea un bucket de 
Amazon S3 predeterm 
inado para sus salidas.

Igual que Studio. Para 
este campo, puede 
establecer su propia 
configuración de usuario 
predeterminada, que 
se rellena automátic 
amente cada vez que 
crea una nueva definició 
n de trabajo. Para obtener 
más detalles, consulte
Configuración de opciones 
predeterminadas para los 
cuadernos locales.

N/A. 
La 
carpeta 
de 
salida 
se 
coloca 
dentro 
de 
la 
ubicación 
especific 
ada 
por 
el 
parámetro
s3_root_u 
ri .
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Parámetro 
s

Un diccionario de 
variables y valores 
para pasarlos al 
trabajo de su bloc 
de notas.

Parámetros de campo. 
Debe parametrizar su bloc 
de notas para aceptar los 
parámetros.

Igual que Studio. Parámetro 
.
parameter 
s
Debe
parametri 
zar 
su 
portátil
para 
aceptar 
los 
parámetro 
s.
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Dependenc 
ias 
adicional 
es 
(archivo 
o 
carpeta)

La lista de 
dependencias de 
archivos o carpetas 
que el trabajo 
del bloc de notas 
carga en la carpeta 
provisional s3.

No admitido. No admitido. Parámetro 
.
additiona 
l_depende 
ncies
El 
trabajo 
del 
bloc 
de 
notas 
carga 
estas 
dependenc 
ias 
en 
una 
carpeta 
provision 
al 
de 
S3 
para 
que 
puedan 
consumirs 
e 
durante 
la 
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ejecución 
.

URI raíz 
de S3

La carpeta que 
contiene las 
entradas. En esta 
carpeta se colocan 
las entradas del 
trabajo, incluido 
el cuaderno 
de entradas y 
cualquier script 
de inicio o inicializ 
ación opcional.

N/A. Utilice la carpeta de 
entrada y la carpeta de 
salida.

Igual que Studio. Parámetro
s3_root_u 
ri . 
El 
valor 
predeterm 
inado 
es 
un 
bucket 
S3 
predeterm 
inado. 
Permite 
valores 
predeterm 
inados 
inteligen 
tes.
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Variables 
de 
entorno

Cualquier variable 
de entorno 
existente que 
desee anular o 
cualquier variable 
de entorno nueva 
que desee ingresar 
y utilizar en su 
cuaderno.

Variables de entorno de 
campo.

Igual que Studio. Parámetro
environme 
nt_variab 
les . 
El 
valor 
predeterm 
inado 
es
None.

Trabajos del cuaderno 5247



Amazon SageMaker Guía para desarrolladores

Opción 
personali 
zada

Descripción Directriz específica de 
Studio

Directriz de entorno local 
de Jupyter

SageMaker 
Guía 
del 
SDK 
de 
Python

Etiquetas Una lista de 
etiquetas adjuntas 
a la tarea.

N/A N/A Parámetro
tags. 
El 
valor 
predeterm 
inado 
es
None. 
Tus 
etiquetas 
controlan 
la 
forma 
en 
que 
la 
interfaz 
de 
usuario 
de 
Studio 
captura 
y 
muestra 
el 
trabajo 
creado 
por 
la 
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canalizac 
ión. 
Para 
obtener 
más 
detalles, 
consulte
Consulta 
los 
trabajos 
de 
tu 
bloc 
de 
notas 
en 
el 
panel 
de 
la 
interfaz 
de 
usuario 
de 
Studio.
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Script 
de inicio

Un script 
precargado en 
el menú de inicio 
del cuaderno 
que puede elegir 
ejecutar antes 
de ejecutar el 
cuaderno.

Guión de inicio de campo. 
Seleccione un script de 
configuración del ciclo de 
vida (LCC) que se ejecute 
en la imagen al iniciarse.

Note

Un script de inicio 
se ejecuta en 
un intérprete 
de comandos 
fuera del entorno 
de Studio. Por 
lo tanto, este 
script no puede 
depender del 
almacenamiento 
local de Studio, 
de las variables 
de entorno ni de 
los metadatos 
de la aplicación 
(en /opt/ml/
metadata ). 
Además, si utiliza 
un script de inicio 
y un script de 
inicialización, el 

No admitido. No 
admitido.
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script de inicio se 
ejecutará primero.
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Script 
de 
inicializ 
ación

Una ruta a un 
script local que 
puede ejecutar 
cuando se inicia el 
cuaderno.

Guión de inicialización de
campos. Introduzca la ruta 
del archivo EFS donde se 
encuentre un script local o 
un script de configuración 
del ciclo de vida (LCC). Si 
utiliza un script de inicio 
y un script de inicializ 
ación, el script de inicio se 
ejecutará primero.

Note

El script de inicializ 
ación proviene del 
mismo intérpret 
e de comandos 
que el trabajo del 
cuaderno. Este 
no es el caso de 
un script de inicio 
descrito anteriorm 
ente. Además, si 
utiliza un script de 
inicio y un script 
de inicialización, el 
script de inicio se 
ejecutará primero.

Script de inicialización de 
campos. Introduzca la ruta 
del archivo local donde se 
encuentre un script local o 
un script de configuración 
del ciclo de vida (LCC).

Parámetro
initializ 
ation_scr 
ipt . 
El 
valor 
predeterm 
inado 
es
None.
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Número 
máximo 
de 
reintento 
s

Número de veces 
que Studio intenta 
volver a ejecutar 
un trabajo que no 
tiene éxito.

Reintentos de Field Max. 
El valor predeterminado 
es 1.

Igual que Studio. Parámetro
max_retry 
_attempts

. 
El 
valor 
predeterm 
inado 
es 1.

Tiempo 
máximo 
de 
ejecución 
(en 
segundos)

El tiempo máximo, 
en segundos, 
que un trabajo de 
cuaderno puede 
ejecutarse antes 
de que se detenga. 
Si configura tanto 
el tiempo máximo 
de ejecución
 como el máximo 
de reintentos, 
el tiempo de 
ejecución se aplica 
a cada reintento. 
Si un trabajo no se 
completa en este 
tiempo, su estado 
se establece en
Failed.

Tiempo máximo de 
ejecución del campo 
(en segundos). El valor 
predeterminado es
172800 seconds (2 
days).

Igual que Studio. Parámetro
max_runti 
me_in_sec 
onds . 
El 
valor 
predeterm 
inado 
es
172800 
seconds 
(2 
days).
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Políticas 
de 
reintento

Una lista de 
políticas de 
reintentos, que 
rigen las acciones 
que se deben 
tomar en caso de 
error.

No admitido. No admitido. Parámetro
retry_pol 
icies . 
El 
valor 
predeterm 
inado 
es
None.
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Añadir
Step
nuestras
StepColle 
ction
dependenc 
ias

Una lista de
StepColle 
ction  nombres
Step o instancia 
s de las que 
depende el trabajo.

No admitido. No admitido. Parámetro
depends_o 
n . 
El 
valor 
predeterm 
inado 
es
None. 
Úselo 
para 
definir 
las 
dependenc 
ias 
explícita 
s 
entre 
los 
pasos 
de 
su 
gráfico 
de 
canalizac 
ión.
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Tamaño 
del 
volumen

El tamaño en GB 
del volumen de 
almacenamiento 
para almacenar los 
datos de entrada 
y salida durante el 
entrenamiento.

No admitido. No admitido. Parámetro
volume_si 
ze . 
El 
valor 
predeterm 
inado 
es 
30 
GB.

Cifra el 
tráfico 
entre 
contenedo 
res

Un indicador que 
especifica si el 
tráfico entre los 
contenedores 
de formación 
está cifrado para 
el trabajo de 
formación.

N/A. Está activado de 
forma predeterminada.

N/A. Activado de forma 
predeterminada.

Parámetro
encrypt_i 
nter_cont 
ainer_tra 
ffic . 
El 
valor 
predeterm 
inado 
es
True.
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Configura 
r el 
cifrado 
de 
trabajos

Un indicador de 
que desea cifrar 
las salidas de 
los trabajos de 
su cuaderno, el 
volumen de las 
instancias de 
trabajo o ambos.

Campo Configurar el 
cifrado del trabajo. Marque 
esta casilla para elegir el 
cifrado. Si no se seleccion 
a, las salidas del trabajo 
se cifran con la clave de 
KMS predeterminada de la 
cuenta y el volumen de la 
instancia de trabajo no se 
cifra.

Igual que Studio. No 
admitido.

Clave 
de 
cifrado 
de 
salida 
de KMS

Una clave de KMS 
que puede utilizar 
si desea personali 
zar la clave de 
cifrado utilizada 
en las salidas de 
los trabajos de su 
cuaderno. Este 
campo solo es 
aplicable si ha 
marcado Configura 
r el cifrado de 
trabajos.

Clave KMS de cifrado de 
salida de campo. Si no 
especifica este campo, 
los resultados de los 
trabajos de su cuaderno 
se cifran con SSE-KMS 
mediante la clave de KMS 
de Amazon S3 predeterm 
inada. Además, si crea 
el bucket de Amazon S3 
usted mismo y utiliza el 
cifrado, se conserva el 
método de cifrado.

Igual que Studio. Para 
este campo, puede 
establecer su propia 
configuración de usuario 
predeterminada, que 
se rellena automátic 
amente cada vez que 
crea una nueva definició 
n de trabajo. Para obtener 
más detalles, consulte
Configuración de opciones 
predeterminadas para los 
cuadernos locales.

Parámetro
s3_kms_ke 
y . 
El 
valor 
predeterm 
inado 
es
None. 
Permite 
establece 
r 
valores 
predeterm 
inados 
inteligen 
tes.
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Clave 
de 
KMS de 
cifrado 
de 
volumen 
de 
instancia 
de 
trabajo

Una clave de 
KMS que puede 
usar si quiere 
cifrar el volumen 
de su instancia 
de trabajo. Este 
campo solo es 
aplicable si ha 
marcado Configura 
r el cifrado de 
trabajos.

Clave KMS de cifrado de 
volumen de instancia Field 
Job.

Clave KMS de cifrado de 
volumen de instancia Field 
Job. Para este campo, 
puede establecer su 
propia configuración de 
usuario predeterminada, 
que se rellena automátic 
amente cada vez que 
crea una nueva definició 
n de trabajo. Para obtener 
más detalles, consulte
Configuración de opciones 
predeterminadas para los 
cuadernos locales.

Parámetro
volume_km 
s_key . 
El 
valor 
predeterm 
inado 
es
None. 
Permite 
establece 
r 
valores 
predeterm 
inados 
inteligen 
tes.
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Usar 
una 
nube 
privada 
virtual 
para 
ejecutar 
este 
trabajo 
(para 
usuarios 
de 
VPC)

Indicador de que 
desea ejecutar 
este trabajo en 
una nube privada 
virtual (VPC). Para 
mayor seguridad 
, se recomienda 
utilizar una VPC 
privada.

Campo Utilice una nube 
privada virtual para 
ejecutar este trabajo.
Marque esta casilla si 
quiere usar una VPC. 
Como mínimo, cree 
los siguientes punto de 
conexión de VPC para 
permitir que su trabajo 
de cuaderno se conecte 
de forma privada a esos 
recursos de AWS:

• SageMaker: Para 
obtener información 
sobre cómo conectars 
e a SageMaker través 
de un punto final de 
la interfaz de VPC, 
consulte. Conéctese a 
SageMaker dentro de su 
VPC

• Amazon S3: para 
obtener información 
sobre cómo conectars 
e a Amazon S3 a través 
de un punto de conexión 
de la interfaz de VPC, 
consulte Puntos de 

Igual que Studio. N/A
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enlace de gateway para 
Amazon S3.

• Amazon EC2: para 
obtener información 
sobre cómo conectars 
e a Amazon EC2 a 
través de un punto de 
conexión de interfaz de 
VPC, consulte Acceso a 
Amazon EC2 mediante 
un punto de conexión de 
VPC de interfaz.

• Amazon EventBrid 
ge: Este punto final 
solo es necesario para 
configurar una libreta 
programada. No es 
necesario cuando se 
lanza un trabajo bajo 
demanda. Para obtener 
información sobre cómo 
conectarse a EventBrid 
ge través de un punto 
final de interfaz de 
VPC, consulte Uso de
Amazon EventBridge 
con puntos de enlace de 
interfaz de VPC.
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Si decide usar una VPC, 
debe especificar al menos 
una subred privada y 
al menos un grupo de 
seguridad en las siguiente 
s opciones. Si no utiliza 
ninguna subred privada, 
debe tener en cuenta otras 
opciones de configura 
ción. Para obtener más 
información, consulte No 
se admiten subredes de 
VPC públicas en Restricci 
ones y consideraciones.
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Subredes 
(para 
usuarios 
de 
VPC)

Sus subredes. 
Este campo debe 
contener al menos 
una y cinco como 
máximo, y todas 
las subredes que 
proporcione deben 
ser privadas. 
Para obtener 
más información, 
consulte No se 
admiten subredes 
de VPC públicas
en Restricciones y 
consideraciones.

Subredes de campo. Este 
campo se establece de 
forma predeterminada en 
las subredes asociadas al 
dominio de Studio, pero 
puede cambiarlo si es 
necesario.

Subredes de campo. El 
programador no puede 
detectar las subredes, 
por lo que debe introduci 
r las subredes que haya 
configurado para la VPC.

Parámetro
subnets. 
El 
valor 
predeterm 
inado 
es
None. 
Permite 
establece 
r 
valores 
predeterm 
inados 
inteligen 
tes.
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Grupo(s) 
de 
seguridad 
(para 
usuarios 
de 
VPC)

Sus grupos 
de seguridad 
. Este campo 
debe contener al 
menos uno y un 
máximo de 15. 
Para obtener 
más información, 
consulte No se 
admiten subredes 
de VPC públicas
en Restricciones y 
consideraciones.

Grupos de seguridad 
de campo. Este campo 
se establece de forma 
predeterminada en los 
grupos de seguridad 
asociados a la VPC del 
dominio, pero puede 
cambiarlo si es necesario.

Grupos de seguridad de
campo. El programador no 
puede detectar los grupos 
de seguridad, por lo que 
debe introducir los grupos 
de seguridad que haya 
configurado para la VPC.

Parámetro
security_ 
group_ids

. 
El 
valor 
predeterm 
inado 
es
None. 
Permite 
establece 
r 
valores 
predeterm 
inados 
inteligen 
tes.
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Name El nombre del paso 
del trabajo del 
cuaderno.

N/A N/A Parámetro
name. 
Si 
no 
se 
especific 
a, 
se 
deriva 
del 
nombre 
del 
archivo 
del 
bloc 
de 
notas.

Nombre 
que 
mostrar

El nombre de tu 
trabajo tal y como 
debería aparecer 
en tu lista de 
ejecuciones en 
proceso.

N/A N/A Parámetro
display_n 
ame . 
El 
valor 
predeterm 
inado 
es
None.
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Descripci 
ón

Una descripción de 
su trabajo.

N/A N/A Parámetro
descripti 
on .

Parametrizar el cuaderno

Para transferir nuevos parámetros o modificaciones de parámetros al trabajo programado de su 
bloc de notas, si lo desea, puede modificar su bloc de notas de Jupyter si desea que los nuevos 
valores de los parámetros se apliquen después de una celda. Cuando se aprueba un parámetro, 
el ejecutor de tareas del cuaderno utiliza la metodología aplicada por Papermill. El ejecutor de 
tareas del cuaderno busca una celda de Jupyter etiquetada con la parameters etiqueta y aplica los 
nuevos parámetros o las anulaciones de parámetros inmediatamente después de esa celda. Si no 
tiene ninguna celda etiquetadaparameters, los parámetros se aplican al principio del bloc de notas. 
Si tiene más de una celda etiquetadaparameters, los parámetros se aplican después de la primera 
celda etiquetadaparameters.

Para etiquetar una celda del cuaderno con la etiqueta parameters, complete los pasos siguientes:

1. Seleccione la celda que desee parametrizar.

2. Seleccione el icono del Inspector de propiedades

( ) 
en la barra lateral derecha.

3. Escriba parameters en el cuadro Agregar etiqueta.

4. Elija el signo +.

5. La etiqueta parameters aparece debajo de las Etiquetas de celda con una marca de 
verificación, lo que significa que la etiqueta se ha aplicado a la celda.
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Conéctese a un clúster de Amazon EMR desde su portátil

Si se conecta a un clúster de Amazon EMR desde su cuaderno de Jupyter en Studio, es posible que 
tenga que realizar una configuración adicional. En concreto, en el siguiente análisis se abordan dos 
cuestiones:

• Pasar parámetros al comando de conexión de Amazon EMR. En los SparkMagic núcleos, es 
posible que los parámetros que transfiera al comando de conexión de Amazon EMR no funcionen 
según lo esperado debido a las diferencias en la forma en que Papermill pasa los parámetros y 
SparkMagic en la forma en que los recibe. La solución alternativa para resolver esta limitación 
consiste en pasar los parámetros como variables de entorno. Para obtener más información sobre 
el problema y la solución alternativa, consulte Pasar parámetros al comando de conexión de 
Amazon EMR.

• Pasar las credenciales de usuario a clústeres de Amazon EMR autenticados por Kerberos, LDAP 
o HTTP Basic Auth. En el modo interactivo, Studio solicita las credenciales en un formulario 
emergente en el que puede ingresar sus credenciales de inicio de sesión. En su cuaderno 
programado no interactivo, debe pasarlas a través de AWS Secrets Manager. Para obtener 
más información sobre cómo utilizar AWS Secrets Manager en los trabajos programados de su 
cuaderno, consulte Pasar las credenciales de usuario a clústeres de Amazon EMR autenticados 
por Kerberos, LDAP o HTTP Basic Auth.

Pasar parámetros al comando de conexión de Amazon EMR

Si utiliza imágenes con los núcleos SparkMagic PySpark y Spark y desea parametrizar el comando 
de conexión EMR, introduzca los parámetros en el campo Variables de entorno en lugar de en el
campo Parámetros del formulario Crear trabajo (en el menú desplegable Opciones adicionales). 
Asegúrese de que el comando de conexión de EMR del cuaderno de Jupyter pase estos parámetros 
como variables de entorno. Por ejemplo, supongamos que pasa cluster-id como variable de 
entorno al crear el trabajo. El comando de conexión de EMR debería ser similar a lo siguiente:

%%local
import os

%sm_analytics emr connect —cluster-id {os.getenv('cluster_id')} --auth-type None

Necesita esta solución alternativa para cumplir con los requisitos de Papermill. SparkMagic En 
segundo plano, el SparkMagic núcleo espera que el comando %%local mágico acompañe a 
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cualquier variable local que defina. Sin embargo, Papermill no ejecuta el comando mágico %%local
con sus anulaciones. Para evitar esta limitación de Papermill, debe proporcionar sus parámetros 
como variables de entorno en el campo Variables de entorno.

Pasar las credenciales de usuario a clústeres de Amazon EMR autenticados por Kerberos, LDAP o 
HTTP Basic Auth

Para establecer una conexión segura a un clúster de Amazon EMR autenticado por Kerberos, LDAP 
o HTTP Basic Auth, utilice el comando AWS Secrets Manager para pasar las credenciales de usuario 
a su conexión. Para obtener información sobre cómo crear un secreto en Secrets Manager, consulte
Creación de un secreto de AWS Secrets Manager. Su secreto debe contener su nombre de usuario 
y contraseña. El secreto se pasa con el argumento --secrets, tal como se muestra en el siguiente 
ejemplo:

%sm_analytics emr connect --cluster-id j_abcde12345  
    --auth Kerberos  
    --secret aws_secret_id_123

El administrador puede configurar una política de acceso flexible mediante un método attribute-
based-access-control (ABAC), que asigna el acceso en función de etiquetas especiales. Puede 
configurar un acceso flexible para crear un secreto único para todos los usuarios de la cuenta o un 
secreto para cada usuario. Los siguientes ejemplos de código muestran estos escenarios:

Crear un secreto único para todos los usuarios de la cuenta

{ 
    "Version" : "2012-10-17", 
    "Statement" : [  
        { 
            "Effect": "Allow", 
            "Principal" : {"AWS" : "arn:aws:iam::AWS_ACCOUNT_ID:role/service-role/
AmazonSageMaker-ExecutionRole-20190101T012345"}, 

            "Action" : "secretsmanager:GetSecretValue", 
            "Resource" : [  "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes123-1a2b3c",  
                            "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes456-4d5e6f",  
                            "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes789-7g8h9i" ] 
        } 
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    ]
}

Crear un secreto diferente para cada usuario

Puede crear un secreto diferente para cada usuario con la etiqueta PrincipleTag, como se 
muestra en el ejemplo siguiente:

{ 
    "Version" : "2012-10-17", 
    "Statement" : [  
        { 
            "Effect": "Allow", 
            "Principal" : {"AWS" : "arn:aws:iam::AWS_ACCOUNT_ID:role/service-role/
AmazonSageMaker-ExecutionRole-20190101T012345"}, 
            "Condition" : { 
                "StringEquals" : { 
                    "aws:ResourceTag/user-identity": "${aws:PrincipalTag/user-
identity}" 
                } 
            }, 
            "Action" : "secretsmanager:GetSecretValue", 
            "Resource" : [  "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes123-1a2b3c",  
                            "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes456-4d5e6f",  
                            "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes789-7g8h9i" ] 
        } 
    ]
}

Realice un seguimiento de las tareas y definiciones de tareas del cuaderno

SageMaker Los paneles de control de Notebook Jobs ayudan a organizar las definiciones de trabajos 
que programa y también a realizar un seguimiento de los trabajos reales que se ejecutan a partir 
de sus definiciones de trabajo. Hay dos conceptos importantes que hay que entender a la hora de 
programar los trabajos del cuaderno: las definiciones del trabajo y las ejecuciones del trabajo. Las 
definiciones del trabajo son programaciones que se configuran para ejecutar cuadernos específicos. 
Por ejemplo, puede crear una definición de trabajo que ejecute el cuaderno XYZ.ipynb todos los 
miércoles. Esta definición de trabajo muestra las ejecuciones de trabajos reales que se producen el 
miércoles siguiente, el miércoles siguiente, y así sucesivamente.
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Note

El paso de trabajo del bloc de notas del SDK de SageMaker Python no crea definiciones de 
trabajo. Sin embargo, puede ver sus trabajos en el panel de tareas de Notebook. Tanto los 
trabajos como las definiciones de los mismos están disponibles si programa su trabajo en un 
JupyterLab entorno.

La interfaz incluye dos pestañas principales que le ayudan a realizar un seguimiento de las 
definiciones y ejecuciones de los trabajos existentes:

• Pestaña Trabajos del cuaderno: esta pestaña muestra una lista de todos los trabajos ejecutados 
a partir de los trabajos bajo demanda y las definiciones de trabajos. Desde esta pestaña, puede 
acceder directamente a los detalles de una sola ejecución de trabajo. Por ejemplo, puede ver una 
sola ejecución de trabajo que se realizó hace dos miércoles.

• Pestaña Definiciones de trabajos del cuaderno: en esta pestaña se muestra una lista de todas 
las definiciones de los trabajos. Desde esta pestaña, puede acceder directamente a los detalles 
de una sola definición de trabajo. Por ejemplo, puede ver la programación que creó para ejecutar 
XYZ.ipynb todos los miércoles.

Para obtener más información sobre la pestaña Trabajos del cuaderno, consulte Ver los trabajos del 
cuaderno.

Para obtener más información sobre la pestaña Definiciones de trabajos del cuaderno, consulte Ver 
definiciones de trabajos del cuaderno.

Ver los trabajos del cuaderno

Note

Puede ver automáticamente los trabajos de su bloc de notas si lo ha programado desde la 
interfaz de usuario de Studio. Si ha utilizado el SDK de SageMaker Python para programar el 
trabajo del bloc de notas, debe proporcionar etiquetas adicionales al crear el paso del trabajo 
del bloc de notas. Para obtener más detalles, consulte Consulta los trabajos de tu bloc de 
notas en el panel de la interfaz de usuario de Studio.
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La pestaña Trabajos del bloc de notas (a la que puede acceder pulsando el icono Crear un trabajo de 
bloc de notas 
( ) 
en la barra de herramientas de Studio) muestra un historial de los trabajos bajo demanda y de todos 
los trabajos que se ejecutan a partir de las definiciones de trabajo que ha creado. Esta pestaña se 
abre después de crear un trabajo bajo demanda, o simplemente puede verla usted mismo para 
consultar el historial de los trabajos anteriores y actuales. Si selecciona el Nombre del trabajo de 
cualquier trabajo, puede ver los detalles de un solo trabajo en la página Detalles del trabajo. Para 
obtener más información sobre la página Detalles del trabajo, consulte la siguiente sección Ver un 
solo trabajo.

La pestaña Trabajos del cuaderno incluye la siguiente información para cada trabajo:

• Archivos de salida: muestra la disponibilidad de los archivos de salida. Esta columna puede 
contener uno de los siguientes:

• Un icono de descarga 
( ): 
el cuaderno y el registro de salida están disponibles para su descarga; pulse este botón para 
descargarlos. Tenga en cuenta que un trabajo con errores puede generar archivos de salida 
si el error se produjo después de la creación de los archivos. En este caso, resulta útil ver el 
cuaderno de salida para identificar el punto del error.

• Enlaces al Cuaderno y al Registro de salida: se descargan el cuaderno y el registro de salida. 
Elija el enlace para ver el contenido.

• (En blanco): el usuario detuvo el trabajo o se produjo un error en la ejecución del trabajo antes 
de que pudiera generar los archivos de salida. Por ejemplo, los errores de la red podrían impedir 
que se iniciara el trabajo.

El cuaderno de salida es el resultado de ejecutar todas las celdas del cuaderno y también 
incorpora cualquier parámetro o variable de entorno nuevos o anulados que haya incluido. El 
registro de salida capta los detalles de la ejecución del trabajo para ayudarle a solucionar los 
problemas de los trabajos con errores.

• Creado en: el momento en que se creó el trabajo bajo demanda o el trabajo programado.

• Estado: el estado actual del trabajo, que es uno de los siguientes valores:

• En curso: el trabajo se está ejecutando.

• Error: el trabajo produjo un error debido a errores de configuración o de lógica del cuaderno.

• Detenido: el usuario detuvo el trabajo.
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• Completado: el trabajo ha finalizado.

• Acciones: esta columna proporciona atajos que le ayudarán a detener o eliminar cualquier trabajo 
directamente en la interfaz.

Ver un solo trabajo

En la pestaña Trabajos del cuaderno, puede seleccionar un nombre de trabajo para ver la página
Detalles del trabajo de un trabajo específico. La página Detalles del trabajo incluye todos los detalles 
que proporcionó en el formulario Crear trabajo. Utilice esta página para confirmar la configuración 
que especificó al crear la definición de trabajo.

Además, puede acceder a atajos que le ayudarán a realizar las siguientes acciones en la propia 
página:

• Eliminar trabajo: elimina el trabajo de la pestaña Trabajos del cuaderno.

• Detener trabajo: detiene la ejecución del trabajo.

Ver definiciones de trabajos del cuaderno

Note

Si programó el trabajo de su cuaderno con el SDK de SageMaker Python, omita esta 
sección. Solo los trabajos de bloc de notas creados en Studio o en JupyterLab entornos 
locales crean definiciones de trabajo. Por lo tanto, si creó su trabajo de bloc de notas con 
el SDK de SageMaker Python, no verá las definiciones de trabajo en el panel de trabajos 
de bloc de notas. Sin embargo, puede ver los trabajos de su bloc de notas tal y como se 
describe enVer los trabajos del cuaderno.

Al crear una definición de trabajo, crea una programación para un trabajo. La pestaña Definiciones 
de trabajos del cuaderno muestra estas programaciones. Por ejemplo, puede crear una definición de 
trabajo que ejecute un cuaderno específico cada minuto. Una vez que esta definición de trabajo esté 
activa, verá un trabajo nuevo cada minuto en la pestaña Trabajos del cuaderno.

La pestaña Definiciones de trabajos del cuaderno muestra un panel con todas las definiciones de 
trabajos e incluye el cuaderno de entrada, la hora de creación, la programación y el estado de cada 
definición de trabajo. La columna Estado contiene uno de los valores siguientes:
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• En pausa: ha puesto en pausa la definición del trabajo. Studio no inicia ningún trabajo hasta que se 
reanude la definición.

• Activo: la programación está activa y Studio puede ejecutar el cuaderno según la programación 
que haya especificado.

Además, la columna Acciones proporciona atajos para ayudarle a realizar las siguientes tareas 
directamente en la interfaz:

• En pausa: detiene la definición del trabajo. Studio no crea ningún trabajo hasta que se reanude la 
definición.

• Eliminar: elimina la definición de trabajo de la pestaña Definiciones de trabajos del cuaderno.

• Reanudar: continúa una definición de trabajo pausada para que pueda iniciar trabajos.

Si ha creado una definición de trabajo pero no inicia trabajos, consulte La definición de trabajo no 
crea trabajos en Guía para solucionar problemas.

Ver una sola definición de trabajo

Si selecciona el nombre de una definición de trabajo en la pestaña Definiciones de trabajos del 
cuaderno, verá la página Definición del trabajo, donde podrá ver detalles específicos de una 
definición de trabajo. Utilice esta página para confirmar la configuración que especificó al crear la 
definición de trabajo. Si no ve ningún trabajo creado a partir de su definición de trabajo, consulte La 
definición de trabajo no crea trabajos en Guía para solucionar problemas.

Esta página también contiene una sección con una lista de los trabajos que se ejecutan a partir de 
esta definición de trabajo. Ver sus trabajos en la página Definición del trabajo puede ser una forma 
más productiva de ayudarle a organizar sus trabajos en lugar de verlos en la pestaña Trabajos del 
cuaderno, que combina todos los trabajos de todas sus definiciones de trabajo.

Además, en esta página se proporcionan atajos para las siguientes acciones:

• Pausar o reanudar: ponga en pausa la definición de su trabajo o reanude una definición pausada. 
Tenga en cuenta que si actualmente se está ejecutando un trabajo para esta definición, Studio no 
lo detiene.

• Ejecutar: ejecute un único trabajo bajo demanda a partir de esta definición de trabajo. Esta opción 
también le permite especificar diferentes parámetros de entrada en su cuaderno antes de iniciar el 
trabajo.
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• Editar la definición de trabajo: cambie la programación de su definición de trabajo. Puede 
seleccionar un intervalo de tiempo diferente o puede optar por un horario personalizado utilizando 
la sintaxis cron.

• Eliminar la definición de trabajo: elimine la definición del trabajo de la pestaña Definiciones de 
trabajos del cuaderno. Tenga en cuenta que si actualmente se está ejecutando un trabajo para 
esta definición, Studio no lo detiene.

Guía para solucionar problemas

Consulte esta guía de solución de problemas para ayudarle a eliminar los errores que puedan 
producirse al ejecutar el trabajo programado de su cuaderno.

La definición de trabajo no crea trabajos

Si la definición de trabajo no inicia ningún trabajo, consulte las siguientes causas posibles:

Permisos ausentes

• El rol asignado a la definición del puesto no tiene una relación de confianza con Amazon 
EventBridge. Es decir, EventBridge no puede asumir el rol.

• El rol asignado a la definición de trabajo no tiene permiso para realizar llamadas
SageMaker:StartPipelineExecution.

• El rol asignado a la definición de trabajo no tiene permiso para realizar llamadas
SageMaker:CreateTrainingJob.

EventBridge cuota superada

Si ve un Put* error como el del siguiente ejemplo, significa que ha superado una EventBridge cuota. 
Para resolver este problema, puedes limpiar las EventBridge carreras no utilizadas o solicitar AWS 
Support que se aumente la cuota.

LimitExceededException) when calling the PutRule operation:  
The requested resource exceeds the maximum number allowed

Para obtener más información sobre EventBridge las cuotas, consulta  EventBridge las cuotas de 
Amazon.

Se ha superado el límite de cuota de canalizaciones

Trabajos del cuaderno 5273

https://docs.aws.amazon.com/eventbridge/latest/userguide/eb-quota.html
https://docs.aws.amazon.com/eventbridge/latest/userguide/eb-quota.html


Amazon SageMaker Guía para desarrolladores

Si ve un error como el del ejemplo siguiente, significa que ha superado el número de canalizaciones 
que puede ejecutar. Para solucionarlo, puede borrar las canalizaciones no utilizadas de su cuenta o 
solicitar a AWS Support que aumente su cuota.

ResourceLimitExceeded: The account-level service limit  
'Maximum number of pipelines allowed per account' is XXX Pipelines,  
with current utilization of XXX Pipelines and a request delta of 1 Pipelines.

Para obtener más información sobre las cuotas de canalización, consulta los  SageMaker puntos de 
conexión y las cuotas de Amazon.

Se ha superado el límite de trabajos de entrenamiento

Si ve un error como el del ejemplo siguiente, significa que ha superado el número de trabajos de 
entrenamiento que puede ejecutar. Para solucionar este problema, reduzca el número de trabajos de 
entrenamiento en su cuenta o solicite a AWS Support que aumente su cuota.

ResourceLimitExceeded: The account-level service limit  
'ml.m5.2xlarge for training job usage' is 0 Instances, with current  
utilization of 0 Instances and a request delta of 1 Instances.  
Please contact AWS support to request an increase for this limit.

Para obtener más información sobre las cuotas de trabajo de formación, consulta los  SageMaker 
puntos de destino y las cuotas de Amazon.

Las visualizaciones automáticas están deshabilitadas en las libretas SparkMagic

Si su cuaderno usa el SparkMagic PySpark núcleo y usted lo ejecuta como un Notebook Job, es 
posible que vea que sus visualizaciones automáticas están deshabilitadas en la salida. Al activar 
la visualización automática, el núcleo se bloquea, por lo que el ejecutor de tareas del bloc de notas 
actualmente deshabilita las visualizaciones automáticas como solución alternativa.

Restricciones y consideraciones

Revise las siguientes restricciones para asegurarse de que los trabajos de su cuaderno se completen 
correctamente. Studio usa Papermill para ejecutar cuadernos. Puede que tengas que actualizar los 
cuadernos de Jupyter para adaptarlos a los requisitos de Papermill. También hay restricciones en 
cuanto al contenido de los scripts de LCC y detalles importantes que hay que entender en relación 
con la configuración de la VPC.
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JupyterLab versión

JupyterLab Se admiten las versiones 3.0 y superiores.

Instalación de paquetes que requieren reiniciar el kernel

Papermill no admite llamadas pip install para instalar paquetes que requieran reiniciar el kernel. 
En este caso, use pip install en un script de inicialización. Si la instalación de un paquete no 
requiere reiniciar el kernel, también puede incluir pip install en el cuaderno.

Nombres de kernels y lenguajes registrados en Jupyter

Papermill registra un traductor para kernels y lenguajes específicos. Si utiliza su propia instancia 
(BYOI), utilice un nombre de kernel estándar, como se muestra en el siguiente fragmento:

papermill_translators.register("python", PythonTranslator)
papermill_translators.register("R", RTranslator)
papermill_translators.register("scala", ScalaTranslator)
papermill_translators.register("julia", JuliaTranslator)
papermill_translators.register("matlab", MatlabTranslator)
papermill_translators.register(".net-csharp", CSharpTranslator)
papermill_translators.register(".net-fsharp", FSharpTranslator)
papermill_translators.register(".net-powershell", PowershellTranslator)
papermill_translators.register("pysparkkernel", PythonTranslator)
papermill_translators.register("sparkkernel", ScalaTranslator)
papermill_translators.register("sparkrkernel", RTranslator)
papermill_translators.register("bash", BashTranslator)

Límites de parámetros y variables de entorno

Límites de parámetros y variables de entorno. Al crear el trabajo del cuaderno, este recibe los 
parámetros y las variables de entorno que especifique. Puede agregar hasta 100 parámetros. El 
nombre de cada parámetro puede tener una longitud máxima de 256 caracteres y el valor asociado 
puede tener una longitud máxima de 2500 caracteres. Si agrega variables de entorno, puede agregar 
hasta 28 variables. El nombre de la variable y el valor asociado pueden tener hasta 512 caracteres. 
Si necesita más de 28 variables de entorno, utilice variables de entorno adicionales en un script de 
inicialización que no limite el número de variables de entorno que puede utilizar.

Visualización de trabajos y definiciones de trabajos

Visualización de trabajos y definiciones de trabajos. Si programa el trabajo del bloc de notas en la 
interfaz de usuario de Studio del JupyterLab bloc de notas, puede ver los trabajos del bloc de notas 
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y las definiciones de los trabajos del bloc de notas en la interfaz de usuario de Studio. Si programó 
su trabajo de bloc de notas con el SDK de SageMaker Python, solo podrá ver sus trabajos; el paso 
de trabajo del bloc de notas del SDK de SageMaker Python no crea definiciones de trabajo. Para 
ver sus trabajos, también debe proporcionar etiquetas adicionales a la instancia de pasos de trabajo 
de su cuaderno. Para obtener más detalles, consulte Consulta los trabajos de tu bloc de notas en el 
panel de la interfaz de usuario de Studio.

Imagen

Debe administrar las restricciones de imagen en función de si ejecuta los trabajos del cuaderno en 
Studio o el paso del trabajo del cuaderno del SDK de SageMaker Python en una canalización.

Restricciones de imagen para los trabajos de SageMaker Notebook (Studio)

Compatibilidad de imágenes y kernels. El controlador que inicia el trabajo del cuaderno presupone lo 
siguiente:

• Se instala un entorno de ejecución básico de Python en las imágenes de Studio o bring-your-own 
(BYO) y es el predeterminado en el shell.

• El entorno de tiempo de ejecución básico de Python incluye el cliente Jupyter con las 
especificaciones del kernel correctamente configuradas.

• El entorno de tiempo de ejecución básico de Python incluye la función pip para que el trabajo del 
cuaderno pueda instalar las dependencias del sistema.

• En el caso de imágenes con varios entornos, el script de inicialización debe cambiar al entorno 
específico del kernel adecuado antes de instalar los paquetes específicos del cuaderno. Debe 
volver al entorno de tiempo de ejecución de Python predeterminado, si es diferente del entorno 
de tiempo de ejecución del kernel, después de configurar el entorno de tiempo de ejecución de 
Python del kernel.

El controlador que inicia el trabajo de su cuaderno es un script bash, y Bash v4 debe estar disponible 
en /bin/bash.

Privilegios de root en bring-your-own-images (BYOI). Debe tener privilegios raíz en sus propias 
imágenes de Studio, ya sea como usuario raíz o mediante acceso sudo. Si no es un usuario raíz 
pero accede a los privilegios raíz a través de sudo, use 1000/100 como UID/GID.

Restricciones de imagen para trabajos de cuadernos del SDK de SageMaker Python

El paso de trabajo del cuaderno admite las siguientes imágenes:
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• SageMaker Las imágenes de distribución aparecen en SageMaker Imágenes de Amazon 
disponibles.

• Imagen personalizada basada en las imágenes SageMaker de distribución de la lista anterior. 
Utilice una imagen de SageMaker distribución como base.

• Una imagen personalizada (BYOI) preinstalada con las dependencias de los trabajos del portátil 
(es decir,. sagemaker-headless-execution-driver La imagen debe cumplir los siguientes requisitos:

• La imagen viene preinstalada con las dependencias de trabajo del portátil.

• Se instala un entorno de ejecución base de Python, que se encuentra por defecto en el entorno 
de shell.

• El entorno de tiempo de ejecución básico de Python incluye el cliente Jupyter con las 
especificaciones del kernel correctamente configuradas.

• Tiene privilegios de root, ya sea como usuario root o mediante el sudo acceso. Si no es un 
usuario raíz pero accede a los privilegios raíz a través de sudo, use 1000/100 como UID/GID.

Subredes de VPC utilizadas durante la creación de trabajos

Si usa una VPC, Studio usa sus subredes privadas para crear su trabajo. Especifique de una a cinco 
subredes privadas (y de 1 a 15 grupos de seguridad).

Si utiliza una VPC con subredes privadas, debe elegir una de las siguientes opciones para garantizar 
que el trabajo del cuaderno se pueda conectar a los servicios o recursos dependientes:

• Si su trabajo precisa acceso a un servicio de AWS que admita puntos de conexión de VPC de 
interfaz, cree un punto de conexión para conectarse a ese servicio. Para obtener una lista de los 
servicios que admiten puntos de conexión de interfaz, consulte Servicios de AWS que se integran 
con AWS PrivateLink. Para obtener información sobre la creación de un punto de conexión de VPC 
de interfaz, consulte Acceda a un Servicio de AWS mediante un punto de conexión de VPC de 
interfaz. Como mínimo, se debe proporcionar una puerta de enlace de punto de conexión de VPC 
de Amazon S3.

• Si el trabajo del cuaderno necesita acceso a un servicio de AWS que no admite puntos de 
conexión de VPC de interfaz o a un recurso fuera de AWS, cree una puerta de enlace NAT 
y configure sus grupos de seguridad para que permitan conexiones salientes. Para obtener 
información sobre la configuración de una puerta de enlace NAT para su VPC, consulte VPC with 
public and private Subnets (NAT) en la Guía del usuario de Amazon Virtual Private Cloud.
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Límites de los servicios

Dado que el programador de trabajos de notebook se ha creado a partir de los EventBridge servicios 
de SageMaker Pipelines, SageMaker Training y Amazon, los trabajos de tu notebook están sujetos 
a sus cuotas específicas de servicio. Si supera estas cuotas, es posible que vea mensajes de error 
relacionados con estos servicios. Por ejemplo, hay límites en cuanto al número de canalizaciones 
que se pueden ejecutar a la vez y al número de reglas que se pueden configurar para un único 
bus de eventos. Para obtener más información sobre SageMaker las cuotas, consulte Amazon 
SageMaker Endpoints and Quotas. Para obtener más información sobre EventBridge las cuotas, 
consulta Amazon EventBridge Quotas.

Precios de SageMaker Notebook Jobs

Cuando programa tareas de cuadernos, sus cuadernos de Jupyter se ejecutan en SageMaker 
instancias de formación. Tras seleccionar una Imagen y un Kernel en el formulario Crear trabajo, 
el formulario proporciona una lista de los tipos de procesamiento disponibles. Se le cobrará por 
el tipo de procesamiento que elija, en función de la duración combinada de uso de todos los 
trabajos del cuaderno que se ejecuten a partir de la definición del trabajo. Si no especifica un tipo 
de procesamiento, le SageMaker asigna un tipo de instancia Amazon EC2 predeterminado de.
ml.m5.large Para ver un desglose de los SageMaker precios por tipo de cómputo, consulta
Amazon SageMaker Pricing.

Seguimiento del linaje de Amazon SageMaker ML

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección trata 
específicamente del uso de la aplicación Studio Classic. Para obtener información sobre el 
uso de la experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Amazon SageMaker ML Lineage Tracking crea y almacena información sobre los pasos de 
un flujo de trabajo de aprendizaje automático (ML), desde la preparación de los datos hasta la 
implementación del modelo. Con la información de seguimiento, puede reproducir los pasos del 
flujo de trabajo, realizar un seguimiento del linaje de los modelos y conjuntos de datos y establecer 
normas de gobernanza y auditoría del modelo.
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Con SageMaker Lineage Tracking, los científicos de datos y los creadores de modelos pueden hacer 
lo siguiente:

• Mantener un historial actualizado de los experimentos de descubrimiento de modelos.

• Establecer la gobernanza del modelo mediante el seguimiento de los artefactos del linaje de los 
modelos para realizar auditorías y verificar el cumplimiento.

El siguiente diagrama muestra un ejemplo de gráfico de linaje que Amazon crea SageMaker 
automáticamente en un flujo de trabajo de aprendizaje e implementación de end-to-end modelos de 
aprendizaje automático.

Temas

• Entidades de seguimiento de linaje

• Amazon SageMaker: entidades de seguimiento creadas

• Creación manual de entidades de seguimiento

• Consulta de entidades de linaje

• Seguimiento de linaje entre cuentas

Entidades de seguimiento de linaje

Las entidades de seguimiento mantienen una representación de todos los elementos del flujo de 
trabajo de aprendizaje end-to-end automático. Puede utilizar esta representación para establecer 
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un modelo de gobernanza, reproducir su flujo de trabajo y mantener un registro de su historial de 
trabajos.

Amazon crea SageMaker automáticamente entidades de seguimiento para los componentes de 
prueba y sus pruebas y experimentos asociados al crear SageMaker trabajos, como trabajos 
de procesamiento, trabajos de formación y trabajos de transformación por lotes. Además del 
seguimiento automático, también puede Creación manual de entidades de seguimiento para modelar 
pasos personalizados en su flujo de trabajo. Para obtener más información, consulte Gestione el 
aprendizaje automático con Amazon SageMaker Experiments.

SageMaker también crea automáticamente entidades de seguimiento para los demás pasos de un 
flujo de trabajo, de modo que puedas realizar un seguimiento del flujo de trabajo de principio a fin. 
Para obtener más información, consulte Amazon SageMaker: entidades de seguimiento creadas.

Puede crear entidades adicionales para complementar las creadas por SageMaker. Para obtener 
más información, consulte Creación manual de entidades de seguimiento.

SageMaker reutiliza cualquier entidad existente en lugar de crear entidades nuevas. Por ejemplo, 
solo puede haber un artefacto con un únicoSourceUri.

Conceptos clave para consultar el linaje

• Linaje: metadatos que rastrean las relaciones entre varias entidades en sus flujos de trabajo de 
ML.

• QueryLineage— La acción de inspeccionar tu linaje y descubrir las relaciones entre las entidades.

• Entidades de linaje: los elementos de metadatos que componen su linaje.

• Linaje entre cuentas: su flujo de trabajo de ML puede abarcar más de una cuenta. Con el linaje 
multicuenta, puede configurar varias cuentas para crear automáticamente asociaciones de linaje 
entre los recursos de la entidad compartidos. QueryLineage a continuación, puede devolver 
entidades incluso de estas cuentas compartidas.

Se definen las siguientes entidades de seguimiento:

Entidades del experimento

• Componente de prueba: una etapa de una prueba de machine learning. Incluye trabajos de 
procesamiento, trabajos de entrenamiento y trabajos de transformación por lotes.

• Prueba: combinación de componentes de prueba que, por lo general, produce un modelo.
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• Experimento: grupo de pruebas que, por lo general, se centran en resolver un caso de uso 
específico.

Entidades de linaje

• Componente de prueba: representa los trabajos de procesamiento, entrenamiento y 
transformación en el linaje. También forma parte de la administración del experimento.

• Contexto: proporciona una agrupación lógica de otras entidades de seguimiento o 
experimentación. Conceptualmente, los experimentos y las pruebas son contextos. Algunos 
ejemplos son un punto de conexión y un paquete de modelos.

• Acción: representa una acción o actividad. Por lo general, una acción implica al menos un artefacto 
de entrada o un artefacto de salida. Algunos ejemplos son un paso del flujo de trabajo y la 
implementación de un modelo.

• Artefacto: representa un objeto o dato direccionable mediante URI. Por lo general, un artefacto es 
una entrada o una salida de un componente o acción de prueba. Algunos ejemplos incluyen un 
conjunto de datos (URI de bucket S3) o una imagen (ruta de registro de Amazon ECR).

• Asociación: vincula otras entidades de seguimiento o experimentación, como una asociación entre 
la ubicación de los datos de entrenamiento y un trabajo de entrenamiento.

Una asociación tiene una propiedad AssociationType opcional. Los siguientes valores están 
disponibles junto con el uso sugerido para cada tipo. SageMaker no impone restricciones a su uso:

• ContributedTo: el origen contribuyó al destino o participó en la habilitación del destino. Por 
ejemplo, los datos de entrenamiento contribuyeron al trabajo de entrenamiento.

• AssociatedWith: el origen está conectado al destino. Por ejemplo, un flujo de trabajo de 
aprobación está asociado a la implementación de un modelo.

• DerivedFrom: el destino es una modificación del origen. Por ejemplo, la salida resumida de 
una entrada de canal para un trabajo de procesamiento se deriva de las entradas originales.

• Produced: el origen generó el destino. Por ejemplo, un trabajo de entrenamiento produjo un 
artefacto del modelo.

• SameAs: cuando la misma entidad de linaje se utiliza en cuentas diferentes.

Propiedades comunes

• Propiedad de tipo
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Las entidades de acción, artefacto y contexto tienen una propiedad de tipo, ActionType,
ArtifactType y ContextType, respectivamente. Esta propiedad es una cadena personalizada 
que puede asociar información significativa a la entidad y usarse como filtro en las API de lista.

• Propiedad de origen

Las entidades de acción, artefacto y contexto tienen una propiedad de Source. Esta propiedad 
proporciona el URI subyacente que representa la entidad. Algunos ejemplos son:

• Una acción UpdateEndpoint en la que el origen es el EndpointArn.

• Un artefacto de imagen para un trabajo de procesamiento en el que el origen es el ImageUri.

• Un contexto Endpoint en la que el origen es el EndpointArn.

• Propiedad de metadatos

Las entidades de acción y artefacto tienen una propiedad de Metadata opcional que puede 
proporcionar la siguiente información:

• ProjectId— Por ejemplo, el ID del proyecto SageMaker MLOps al que pertenece un modelo.

• GeneratedBy— Por ejemplo, la ejecución de la SageMaker canalización que registró una 
versión de paquete modelo.

• Repository: por ejemplo, el repositorio que contiene un algoritmo.

• CommitId: por ejemplo, el ID de confirmación de una versión del algoritmo.

Amazon SageMaker: entidades de seguimiento creadas

Amazon crea SageMaker automáticamente entidades de seguimiento para SageMaker trabajos, 
modelos, paquetes de modelos y puntos de conexión si los datos están disponibles. No hay límite en 
cuanto al número de entidades de linaje creadas por. SageMaker

Para obtener información sobre cómo crear entidades de seguimiento manualmente, consulte
Creación manual de entidades de seguimiento.

Temas

• Entidades de seguimiento para trabajos SageMaker

• Entidades de seguimiento para paquetes de modelos

• Entidades de seguimiento para puntos de conexión
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Entidades de seguimiento para trabajos SageMaker

SageMaker crea un componente de prueba para cada SageMaker trabajo y se asocia a él. 
SageMaker crea artefactos para rastrear los metadatos del trabajo y las asociaciones entre cada 
artefacto y el trabajo.

Los artefactos se crean para las siguientes propiedades del trabajo y se asocian al nombre de 
recurso de Amazon (ARN) del SageMaker trabajo. El artefacto SourceUri se muestra entre 
paréntesis.

Trabajo de capacitación

• La imagen que contiene el algoritmo de entrenamiento (TrainingImage).

• El origen de datos de cada canal de entrada (S3Uri).

• La ubicación del modelo (S3OutputPath)).

• La ubicación de los datos del punto de control puntual administrado (S3Uri).

Trabajo de procesamiento

• El contenedor que ejecutará el trabajo de procesamiento (ImageUri).

• La ubicación de los datos de cada entrada y salida de procesamiento (S3Uri).

Trabajo de transformación

• El origen de datos de entrada que se va a transformar (S3Uri).

• Los resultados de la transformación (S3OutputPath).

Note

Los artefactos del Amazon Simple Storage Service (Amazon S3) se rastrean en 
función de los valores de URI de Amazon S3 proporcionados a la API Create, por
CreateTrainingJobejemplo, y no en la clave de Amazon S3 y los valores de hash o etag de 
cada archivo.
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Entidades de seguimiento para paquetes de modelos

Se crean las siguientes entidades:

Paquetes de modelos

• Un contexto para cada grupo de paquetes de modelos.

• Un artefacto para cada paquete de modelos.

• Una asociación entre cada artefacto del paquete de modelos y el contexto de cada grupo de 
paquetes de modelos al que pertenece el paquete.

• Una acción para la creación de una versión del paquete de modelos.

• Una asociación entre el artefacto del paquete de modelos y la acción de creación.

• Una asociación entre cada artefacto del paquete de modelos y el contexto de cada grupo de 
paquetes de modelos al que pertenece el paquete.

• Contenedores de inferencia

• Un artefacto para la imagen utilizada en cada contenedor definido en el paquete de modelos.

• Un artefacto para el modelo utilizado en cada contenedor.

• Una asociación entre cada artefacto y el artefacto del paquete de modelos.

• Algoritmos

• Un artefacto para cada algoritmo definido en el paquete de modelos.

• Un artefacto para el modelo creado por cada algoritmo.

• Una asociación entre cada artefacto y el artefacto del paquete de modelos.

Entidades de seguimiento para puntos de conexión

Amazon ha creado las siguientes entidades SageMaker:

puntos de conexión

• Un contexto para cada punto de conexión

• Una acción para la implementación del modelo que creó cada punto de conexión

• Un artefacto para cada modelo implementado en el punto de conexión

• Un artefacto para la imagen utilizada en el modelo

• Un artefacto para el paquete de modelos para el modelo
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• Un artefacto para cada imagen implementada en el punto de conexión

• Una asociación entre cada artefacto y la acción de implementación del modelo

Creación manual de entidades de seguimiento

Puede crear entidades de seguimiento manualmente para cualquier propiedad. Para obtener 
información sobre las entidades de seguimiento que Amazon crea SageMaker automáticamente, 
consultaAmazon SageMaker: entidades de seguimiento creadas.

Puede agregar etiquetas a todas las entidades, excepto a las asociaciones. Las etiquetas son pares 
clave-valor arbitrarios que proporcionan información personalizada. Puede filtrar u ordenar una 
lista o consulta de búsqueda por etiquetas. Para obtener más información, consulte Tagging AWS 
resources en la Referencia general de AWS.

Para ver un ejemplo de bloc de notas que muestre cómo crear entidades de linaje, consulta el 
cuaderno Amazon SageMaker Lineage en el repositorio de  SageMaker ejemplos GitHub de 
Amazon.

Temas

• Creación manual de entidades

• Seguimiento manual de un flujo de trabajo

• Límites

Creación manual de entidades

El siguiente procedimiento muestra cómo crear y asociar artefactos entre un trabajo de SageMaker 
formación y un punto final. Debe realizar los pasos siguientes:

Importe entidades de seguimiento y asociaciones

1. Importe las entidades de seguimiento del linaje.

import sys
!{sys.executable} -m pip install -q sagemaker

from sagemaker import get_execution_role
from sagemaker.session import Session
from sagemaker.lineage import context, artifact, association, action
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import boto3
boto_session = boto3.Session(region_name=region)
sagemaker_client = boto_session.client("sagemaker")

2. Cree los artefactos de entrada y salida.

code_location_arn = artifact.Artifact.create( 
    artifact_name='source-code-location', 
    source_uri='s3://...', 
    artifact_type='code-location'
).artifact_arn

# Similar constructs for train_data_location_arn and test_data_location_arn

model_location_arn = artifact.Artifact.create( 
    artifact_name='model-location', 
    source_uri='s3://...', 
    artifact_type='model-location'
).artifact_arn

3. Entrene el modelo y obtenga el trial_component_arn que represente el trabajo de 
entrenamiento.

4. Asocie los artefactos de entrada y los artefactos de salida al trabajo de entrenamiento 
(componente de prueba).

input_artifacts = [code_location_arn, train_data_location_arn, 
 test_data_location_arn]
for artifact_arn in input_artifacts: 
    try: 
        association.Association.create( 
            source_arn=artifact_arn, 
            destination_arn=trial_component_arn, 
            association_type='ContributedTo' 
        ) 
    except: 
        logging.info('association between {} and {} already exists', artifact_arn, 
 trial_component_arn)

output_artifacts = [model_location_arn]
for artifact_arn in output_artifacts: 
    try: 
         association.Association.create( 
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            source_arn=trial_component_arn, 
            destination_arn=artifact_arn, 
            association_type='Produced' 
        ) 
    except: 
        logging.info('association between {} and {} already exists', artifact_arn, 
 trial_component_arn)

5. Cree el punto de conexión de inferencia.

predictor = mnist_estimator.deploy(initial_instance_count=1, 
                                     instance_type='ml.m4.xlarge')

6. Cree el contexto del punto de conexión.

from sagemaker.lineage import context

endpoint = sagemaker_client.describe_endpoint(EndpointName=predictor.endpoint_name)
endpoint_arn = endpoint['EndpointArn']

endpoint_context_arn = context.Context.create( 
    context_name=predictor.endpoint_name, 
    context_type='Endpoint', 
    source_uri=endpoint_arn
).context_arn

7. Asocie el trabajo de entrenamiento (componente de prueba) y el contexto del punto de conexión.

association.Association.create( 
    source_arn=trial_component_arn, 
    destination_arn=endpoint_context_arn
)

Seguimiento manual de un flujo de trabajo

Puede realizar un seguimiento manual del flujo de trabajo creado en la sección anterior.

Dado el nombre de recurso de Amazon (ARN) del punto de conexión del ejemplo anterior, el 
siguiente procedimiento le muestra cómo realizar un seguimiento del flujo de trabajo hasta los 
conjuntos de datos utilizados para entrenar el modelo que se implementó en el punto de conexión. 
Debe realizar los pasos siguientes:
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Para realizar un seguimiento de un flujo de trabajo desde el punto de conexión hasta el origen de 
datos de entrenamiento

1. Importe las entidades de seguimiento.

import sys
!{sys.executable} -m pip install -q sagemaker

from sagemaker import get_execution_role
from sagemaker.session import Session
from sagemaker.lineage import context, artifact, association, action

import boto3
boto_session = boto3.Session(region_name=region)
sagemaker_client = boto_session.client("sagemaker")

2. Obtenga el contexto del punto de conexión del ARN del punto de conexión.

endpoint_context_arn = sagemaker_client.list_contexts( 
    SourceUri=endpoint_arn)['ContextSummaries'][0]['ContextArn']

3. Obtenga el componente de prueba a partir de la asociación entre el componente de prueba y el 
contexto del punto de conexión.

trial_component_arn = sagemaker_client.list_associations( 
    DestinationArn=endpoint_context_arn)['AssociationSummaries'][0]['SourceArn']

4. Obtenga el artefacto de ubicación de los datos de entrenamiento a partir de la asociación entre 
el componente de prueba y el contexto del punto de conexión.

train_data_location_artifact_arn = sagemaker_client.list_associations( 
    DestinationArn=trial_component_arn, SourceType='Model')['AssociationSummaries']
[0]['SourceArn']

5. Obtenga la ubicación de los datos de entrenamiento a partir del artefacto de ubicación de los 
datos de entrenamiento.

train_data_location = sagemaker_client.describe_artifact( 
    ArtifactArn=train_data_location_artifact_arn)['Source']['SourceUri'] 
    print(train_data_location)
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Respuesta:

s3://sagemaker-sample-data-us-east-2/mxnet/mnist/train

Límites

Puede crear una asociación entre cualquier entidad, experimento o linaje, excepto los siguientes:

• No puede crear una asociación entre dos entidades del experimento. Las entidades del 
experimento se componen de experimentos, pruebas y componentes de prueba.

• Puede crear una asociación con otra asociación.

Se produce un error si intenta crear una entidad que ya existe.

Número máximo de entidades de linaje creadas manualmente

• Acciones: 3000

• Artefactos: 6000

• Asociaciones: 6000

• Contextos: 500

No hay límite en cuanto al número de entidades de linaje que Amazon SageMaker crea 
automáticamente.

Consulta de entidades de linaje

Amazon genera SageMaker automáticamente gráficos de entidades de linaje a medida que los 
utilizas. Puede consultar estos datos para responder a una variedad de preguntas. Puede consultar 
las entidades de su linaje para:

• Recuperar todos los conjuntos de datos que se utilizaron en la creación de un modelo.

• Recuperar todos los trabajos necesarios para la creación de un punto de conexión.

• Recuperar todos los modelos que utilizan un conjunto de datos.

• Recuperar todos los puntos de conexión que utilizan un modelo.

• Recuperar qué puntos de conexión se derivan de un determinado conjunto de datos.
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• Recuperar la ejecución de la canalización que creó un trabajo de entrenamiento.

• Recuperar las relaciones entre las entidades para la investigación, la gobernanza y la 
reproducibilidad.

• Recuperar todas las pruebas posteriores que utilizan el artefacto.

• Recuperar todas las pruebas anteriores que utilizan el artefacto.

• Recuperar una lista de artefactos que utilizan el URI de S3 proporcionado.

• Recuperar los artefactos anteriores que utilizan el artefacto del conjunto de datos.

• Recuperar los artefactos posteriores que utilizan el artefacto del conjunto de datos.

• Recuperar los conjuntos de datos que utilizan el artefacto de imagen.

• Recuperar las acciones que utilizan el contexto.

• Recuperar los trabajos de procesamiento que utilizan el punto de conexión.

• Recuperar los trabajos de transformación que utilizan el punto de conexión.

• Recuperar los componentes de prueba que utilizan el punto de conexión.

• Recuperar el ARN de la ejecución de la canalización asociada al grupo de paquetes de modelos.

• Recuperar todos los artefactos que utilizan la acción.

• Recuperar todos los conjuntos de datos originales que utilizan la acción de aprobación del paquete 
de modelos.

• Recuperar el paquete de modelos de la acción de aprobación del paquete de modelos.

• Recuperar los contextos de punto de conexión posteriores que utilizan el punto de conexión.

• Recuperar el ARN de la ejecución de la canalización asociada al componente de prueba.

• Recuperar los conjuntos de datos que utilizan el componente de prueba.

• Recuperar los modelos que utilizan el componente de prueba.

• Explorar su linaje para visualizarlo.

Limitaciones 

• La consulta de linaje no está disponible en las siguientes regiones:

• África (Ciudad del Cabo): af-south

• Asia-Pacífico (Yakarta) (ap-southeast-3)

• Asia-Pacífico (Osaka) ap-northeast-3

• Europa (Milán) (eu-south-1)
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• Europa (España): eu-south-2

• Israel (Tel Aviv): il-central-1

• La profundidad máxima de las relaciones por detectar está limitada actualmente a 10.

• El filtrado se limita a las siguientes propiedades: fecha de la última modificación, fecha de creación, 
tipo y tipo de entidad de linaje.

Temas

• Introducción a la consulta de entidades de linaje

Introducción a la consulta de entidades de linaje

La forma más sencilla para empezar es a través de:

• Amazon SageMaker SDK para Python, que ha definido muchos casos de uso comunes.

• Para ver un cuaderno que muestre cómo usar las API de SageMaker linaje para consultar las 
relaciones en el gráfico de linaje, consulte sagemaker-lineage-multihop-queries .ipynb.

Los siguientes ejemplos muestran cómo utilizar las API LineageQuery y LineageFilter para 
crear consultas que respondan a preguntas sobre el gráfico de linaje y extraer las relaciones entre 
entidades en algunos casos de uso.

Example Uso de la API LineageQuery para buscar asociaciones de entidades

from sagemaker.lineage.context import Context, EndpointContext
from sagemaker.lineage.action import Action
from sagemaker.lineage.association import Association
from sagemaker.lineage.artifact import Artifact, ModelArtifact, DatasetArtifact

from sagemaker.lineage.query import ( 
    LineageQuery, 
    LineageFilter, 
    LineageSourceEnum, 
    LineageEntityEnum, 
    LineageQueryDirectionEnum,
)
# Find the endpoint context and model artifact that should be used for the lineage 
 queries.
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contexts = Context.list(source_uri=endpoint_arn)
context_name = list(contexts)[0].context_name
endpoint_context = EndpointContext.load(context_name=context_name) 
         

Example Buscar todos los conjuntos de datos asociados a un punto de conexión

# Define the LineageFilter to look for entities of type `ARTIFACT` and the source of 
 type `DATASET`.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], sources=[LineageSourceEnum.DATASET]
)

# Providing this `LineageFilter` to the `LineageQuery` constructs a query that 
 traverses through the given context `endpoint_context`
# and find all datasets.

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[endpoint_context.context_arn], 
    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
    include_edges=False,
)

# Parse through the query results to get the lineage objects corresponding to the 
 datasets
dataset_artifacts = []
for vertex in query_result.vertices: 
    dataset_artifacts.append(vertex.to_lineage_object().source.source_uri)

pp.pprint(dataset_artifacts)

Example Buscar los modelos asociados a un punto de conexión

# Define the LineageFilter to look for entities of type `ARTIFACT` and the source of 
 type `MODEL`.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], sources=[LineageSourceEnum.MODEL]
)
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# Providing this `LineageFilter` to the `LineageQuery` constructs a query that 
 traverses through the given context `endpoint_context`
# and find all datasets.

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[endpoint_context.context_arn], 
    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
    include_edges=False,
)

# Parse through the query results to get the lineage objects corresponding to the model
model_artifacts = []
for vertex in query_result.vertices: 
    model_artifacts.append(vertex.to_lineage_object().source.source_uri)

# The results of the `LineageQuery` API call return the ARN of the model deployed to 
 the endpoint along with
# the S3 URI to the model.tar.gz file associated with the model
pp.pprint(model_artifacts)

Example Buscar los componentes de prueba asociados al punto de conexión

# Define the LineageFilter to look for entities of type `TRIAL_COMPONENT` and the 
 source of type `TRAINING_JOB`.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.TRIAL_COMPONENT], 
    sources=[LineageSourceEnum.TRAINING_JOB],
)

# Providing this `LineageFilter` to the `LineageQuery` constructs a query that 
 traverses through the given context `endpoint_context`
# and find all datasets.

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[endpoint_context.context_arn], 
    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
    include_edges=False,
)
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# Parse through the query results to get the ARNs of the training jobs associated with 
 this Endpoint
trial_components = []
for vertex in query_result.vertices: 
    trial_components.append(vertex.arn)

pp.pprint(trial_components)

Example Cambiar el punto focal del linaje

LineageQuery se puede modificar para que tenga diferentes start_arns, lo que cambia el 
punto focal del linaje. Además, LineageFilter pueden utilizarse varios orígenes y entidades para 
ampliar el alcance de la consulta.

A continuación, utilizamos el modelo como punto focal del linaje y buscamos los puntos de conexión 
y los conjuntos de datos asociados a él.

# Get the ModelArtifact

model_artifact_summary = list(Artifact.list(source_uri=model_package_arn))[0]
model_artifact = ModelArtifact.load(artifact_arn=model_artifact_summary.artifact_arn)
query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], 
    sources=[LineageSourceEnum.ENDPOINT, LineageSourceEnum.DATASET],
)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn],  # Model is the starting artifact 
    query_filter=query_filter, 
    # Find all the entities that descend from the model, i.e. the endpoint 
    direction=LineageQueryDirectionEnum.DESCENDANTS, 
    include_edges=False,
)

associations = []
for vertex in query_result.vertices: 
    associations.append(vertex.to_lineage_object().source.source_uri)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn],  # Model is the starting artifact 
    query_filter=query_filter, 
    # Find all the entities that ascend from the model, i.e. the datasets 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
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    include_edges=False,
)

for vertex in query_result.vertices: 
    associations.append(vertex.to_lineage_object().source.source_uri)

pp.pprint(associations)

Example Uso de LineageQueryDirectionEnum.BOTH para encontrar relaciones ascendentes y 
descendentes

Cuando la dirección está establecida en BOTH, la consulta recorre el gráfico para encontrar las 
relaciones ascendentes y descendentes. Este recorrido se realiza no solo desde el nodo inicial, 
sino también desde cada nodo visitado. Por ejemplo, si un trabajo de entrenamiento se ejecuta dos 
veces y los dos modelos generados por el trabajo de entrenamiento se despliegan en los puntos de 
conexión, el resultado de la consulta con la dirección establecida en BOTH muestra ambos puntos 
de conexión. Esto se debe a que se utiliza la misma imagen para entrenar e implementar el modelo. 
Como la imagen es común al modelo, el start_arn y ambos puntos de conexión aparecen en el 
resultado de la consulta.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], 
    sources=[LineageSourceEnum.ENDPOINT, LineageSourceEnum.DATASET],
)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn],  # Model is the starting artifact 
    query_filter=query_filter, 
    # This specifies that the query should look for associations both ascending and 
 descending for the start 
    direction=LineageQueryDirectionEnum.BOTH, 
    include_edges=False,
)

associations = []
for vertex in query_result.vertices: 
    associations.append(vertex.to_lineage_object().source.source_uri)

pp.pprint(associations)
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Example Direcciones en LineageQuery: ASCENDANTS vs. DESCENDANTS

Para entender la dirección del gráfico de linaje, tome el siguiente gráfico de relación entre entidades: 
Conjunto de datos -> Trabajo de entrenamiento -> Modelo -> Punto de conexión

El punto de conexión es un descendiente del modelo y el modelo es un descendiente del conjunto 
de datos. Del mismo modo, el modelo es un ascendente del punto de conexión. El parámetro
direction se puede usar para especificar si la consulta debe devolver entidades descendientes 
o ascendentes de la entidad en start_arns. Si start_arns contiene un modelo y la dirección 
es DESCENDANTS, la consulta devuelve el punto de conexión. Si la dirección es ASCENDANTS, la 
consulta devuelve el conjunto de datos.

# In this example, we'll look at the impact of specifying the direction as ASCENDANT or 
 DESCENDANT in a `LineageQuery`.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], 
    sources=[ 
        LineageSourceEnum.ENDPOINT, 
        LineageSourceEnum.MODEL, 
        LineageSourceEnum.DATASET, 
        LineageSourceEnum.TRAINING_JOB, 
    ],
)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn], 
    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
    include_edges=False,
)

ascendant_artifacts = []

# The lineage entity returned for the Training Job is a TrialComponent which can't be 
 converted to a
# lineage object using the method `to_lineage_object()` so we extract the 
 TrialComponent ARN.
for vertex in query_result.vertices: 
    try: 
        ascendant_artifacts.append(vertex.to_lineage_object().source.source_uri) 
    except: 
        ascendant_artifacts.append(vertex.arn)
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print("Ascendant artifacts : ")
pp.pprint(ascendant_artifacts)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn], 
    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.DESCENDANTS, 
    include_edges=False,
)

descendant_artifacts = []
for vertex in query_result.vertices: 
    try: 
        descendant_artifacts.append(vertex.to_lineage_object().source.source_uri) 
    except: 
        # Handling TrialComponents. 
        descendant_artifacts.append(vertex.arn)

print("Descendant artifacts : ")
pp.pprint(descendant_artifacts)

Example Funciones auxiliares del SDK que facilitan las consultas de linaje

Las clases EndpointContext, ModelArtifact y DatasetArtifact tienen funciones auxiliares 
que se integran en la API LineageQuery para facilitar el uso de determinadas consultas de linaje. 
El siguiente ejemplo muestra cómo utilizar esta función auxiliar.

# Find all the datasets associated with this endpoint

datasets = []
dataset_artifacts = endpoint_context.dataset_artifacts()
for dataset in dataset_artifacts: 
    datasets.append(dataset.source.source_uri)
print("Datasets : ", datasets)

# Find the training jobs associated with the endpoint
training_job_artifacts = endpoint_context.training_job_arns()
training_jobs = []
for training_job in training_job_artifacts: 
    training_jobs.append(training_job)
print("Training Jobs : ", training_jobs)
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# Get the ARN for the pipeline execution associated with this endpoint (if any)
pipeline_executions = endpoint_context.pipeline_execution_arn()
if pipeline_executions: 
    for pipeline in pipelines_executions: 
        print(pipeline)

# Here we use the `ModelArtifact` class to find all the datasets and endpoints 
 associated with the model

dataset_artifacts = model_artifact.dataset_artifacts()
endpoint_contexts = model_artifact.endpoint_contexts()

datasets = [dataset.source.source_uri for dataset in dataset_artifacts]
endpoints = [endpoint.source.source_uri for endpoint in endpoint_contexts]

print("Datasets associated with this model : ")
pp.pprint(datasets)

print("Endpoints associated with this model : ")
pp.pprint(endpoints)

# Here we use the `DatasetArtifact` class to find all the endpoints hosting models that 
 were trained with a particular dataset
# Find the artifact associated with the dataset

dataset_artifact_arn = list(Artifact.list(source_uri=training_data))[0].artifact_arn
dataset_artifact = DatasetArtifact.load(artifact_arn=dataset_artifact_arn)

# Find the endpoints that used this training dataset
endpoint_contexts = dataset_artifact.endpoint_contexts()
endpoints = [endpoint.source.source_uri for endpoint in endpoint_contexts]

print("Endpoints associated with the training dataset {}".format(training_data))
pp.pprint(endpoints)

Example Obtener una visualización de un gráfico de linaje

En el ejemplo de cuaderno visualizer.py se proporciona una clase auxiliar Visualizer para ayudar 
a trazar el gráfico de linaje. Cuando se representa la respuesta a la consulta, se muestra un gráfico 
con las relaciones de linaje de StartArns. Desde el StartArns la visualización muestran las 
relaciones con las demás entidades de linaje devueltas en la acción de la API query_lineage.

# Graph APIs
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# Here we use the boto3 `query_lineage` API to generate the query response to plot.

from visualizer import Visualizer

query_response = sm_client.query_lineage( 
    StartArns=[endpoint_context.context_arn], Direction="Ascendants", IncludeEdges=True
)

viz = Visualizer()
viz.render(query_response, "Endpoint") 
         
        query_response = sm_client.query_lineage( 
    StartArns=[model_artifact.artifact_arn], Direction="Ascendants", IncludeEdges=True
)
viz.render(query_response, "Model")

Seguimiento de linaje entre cuentas

Amazon SageMaker admite el seguimiento de entidades de linaje desde una AWS cuenta diferente. 
Otras AWS cuentas pueden compartir sus entidades de linaje contigo y puedes acceder a estas 
entidades de linaje mediante llamadas directas a la API o SageMaker consultas de linaje.

SageMaker AWS Resource Access Managerse utiliza para ayudarte a compartir tus recursos de 
linaje de forma segura. Puede compartir sus recursos a través de la consola de AWS RAM.

Configuración del seguimiento del linaje entre cuentas

Puedes agruparlos y compartirlos a Entidades de seguimiento de linaje través de un grupo de linaje 
en Amazon SageMaker. SageMaker solo admite un grupo de linaje predeterminado por cuenta. 
SageMaker crea el grupo de linaje predeterminado cada vez que se crea una entidad de linaje en su 
cuenta. Todas las entidades de linaje propiedad de su cuenta están asignadas a este grupo de linaje 
predeterminado. Para compartir entidades de linaje con otra cuenta, compartirá este grupo de linaje 
predeterminado con esa cuenta.

Note

Puede compartir todas las entidades de seguimiento de linaje de un grupo de linaje o 
ninguna.
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Cree un recurso compartido para sus entidades de linaje mediante la consola de AWS Resource 
Access Manager. Para obtener más información, consulte Cómo compartir los recursos de AWS en 
la Guía del usuario de AWS Resource Access Manager.

Note

Una vez creado el recurso compartido, las asociaciones de recursos y entidades principales 
pueden tardar unos minutos en completarse. Una vez que se establece la asociación, 
la cuenta compartida recibe una invitación para unirse al recurso compartido. La cuenta 
compartida debe aceptar la invitación para acceder a los recursos compartidos. Para obtener 
más información sobre cómo aceptar una invitación para compartir recursos en AWS RAM, 
consulte Using shared AWS resources  en la Guía del usuario de AWS Resource Access 
Manager.

Su política de recursos para el seguimiento del linaje entre cuentas

Amazon solo SageMaker admite un tipo de política de recursos. La política de SageMaker recursos 
debe permitir todas las operaciones siguientes:

"sagemaker:DescribeAction"
"sagemaker:DescribeArtifact"
"sagemaker:DescribeContext"
"sagemaker:DescribeTrialComponent"
"sagemaker:AddAssociation"
"sagemaker:DeleteAssociation"
"sagemaker:QueryLineage"             
           

Example La siguiente es una política de SageMaker recursos creada AWS Resource Access 
Manager para crear un recurso compartido para un grupo de linaje de cuentas.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "FullLineageAccess", 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "123456789012" #account-id 
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      }, 
      "Action": [ 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeArtifact", 
        "sagemaker:DescribeContext", 
        "sagemaker:DescribeTrialComponent", 
        "sagemaker:AddAssociation", 
        "sagemaker:DeleteAssociation", 
        "sagemaker:QueryLineage" 
      ], 
      "Resource": "arn:aws:sagemaker:us-west-2:111111111111:lineage-group/sagemaker-
default-lineage-group" #Sample lineage group resource  
    } 
  ]
}

Seguimiento de entidades de linaje entre cuentas

Con el seguimiento de linaje entre cuentas, puede asociar entidades de linaje en diferentes cuentas 
mediante la misma acción de la API AddAssociation. Cuando asocias dos entidades de linaje, 
SageMaker valida si tienes permisos para realizar la acción de la AddAssociation API en ambas 
entidades de linaje. SageMaker a continuación, establece la asociación. Si no tiene los permisos, 
SageMaker no crea la asociación. Una vez establecida la asociación entre cuentas, puede acceder 
a cualquiera de las entidades de linaje desde la otra mediante la acción de la API QueryLineage. 
Para obtener más información, consulte Consulta de entidades de linaje.

Además de crear SageMaker automáticamente entidades de linaje, si tiene acceso entre cuentas, 
SageMaker conecta los artefactos que hacen referencia al mismo objeto o a los mismos datos. 
Si diferentes cuentas utilizan los datos de una cuenta para rastrear el linaje, SageMaker crea un 
artefacto en cada cuenta para rastrear esos datos. Con el linaje entre cuentas, cada vez que se 
SageMaker crean nuevos artefactos, se SageMaker comprueba si se han creado otros artefactos con 
los mismos datos y que también se hayan compartido contigo. SageMaker a continuación, establece 
las asociaciones entre el artefacto recién creado y cada uno de los artefactos que has compartido 
contigo con el AssociationType conjunto para. SameAs A continuación, puede utilizar la acción 
de la API QueryLineage para pasar las entidades de linaje de su propia cuenta a las entidades 
de linaje compartidas con usted pero que pertenecen a otra cuenta de AWS. Para obtener más 
información, consulte Consulta de entidades de linaje

Temas

• Acceso a los recursos de linaje desde cuentas diferentes
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• Autorización para consultar entidades de linaje entre cuentas

Acceso a los recursos de linaje desde cuentas diferentes

Una vez que se haya configurado el acceso entre cuentas para compartir el linaje, puedes ejecutar 
las siguientes acciones de la SageMaker API directamente con el ARN para describir las entidades 
del linaje compartido desde otra cuenta:

• DescribeAction

• DescribeArtifact

• DescribeContext

• DescribeTrialComponent

También puedes gestionar las asociaciones de las entidades de linaje que sean propiedad de 
distintas cuentas que compartas contigo mediante las siguientes acciones de la API: SageMaker

• AddAssociation

• DeleteAssociation

Para ver un cuaderno que muestre cómo usar las API de linaje para consultar el SageMaker linaje de 
las cuentas, consulta -with-ram.ipynb. sagemaker-lineage-cross-account

Autorización para consultar entidades de linaje entre cuentas

Amazon SageMaker debe validar que tienes permisos para realizar la acción de la QueryLineage
API en elStartArns. Esto se aplica mediante la política de recursos asociada alLineageGroup. 
El resultado de esta acción incluye todas las entidades de linaje a las que tiene acceso, ya sean 
propiedad de su cuenta o compartidas por otra cuenta. Para obtener más información, consulte
Consulta de entidades de linaje.

Registro e implementación de modelos con el registro de modelos

Con el registro de SageMaker modelos, puede hacer lo siguiente:

• Catalogar modelos para su producción.

• Administrar las versiones del modelo.
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• Asociar metadatos, como métricas de entrenamiento, a un modelo.

• Administrar el estado de aprobación de un modelo.

• Implementar modelos en producción.

• Automatizar la implementación de modelos con CI/CD.

Catalogue modelos mediante la creación SageMaker de grupos de modelos de registro de modelos 
(Package) que contengan diferentes versiones de un modelo. Puede crear un grupo de modelos 
que haga un seguimiento de todos los modelos que entrene para resolver un problema concreto. A 
continuación, puede registrar cada modelo que entrene y el registro de modelos lo agregará al grupo 
de modelos como una nueva versión del modelo. Por último, puede crear categorías de grupos de 
modelos organizándolos aún más en colecciones de registros de SageMaker modelos. Un flujo de 
trabajo típico sería así:

• Cree un grupo de modelos.

• Cree una canalización de ML que entrene un modelo. Para obtener información sobre SageMaker 
las canalizaciones, consulteCrear y gestionar SageMaker canalizaciones.

• Para cada ejecución de la canalización de ML, cree una versión del modelo que registre en el 
grupo de modelos que creó en el primer paso.

• Agregue su grupo de modelos a una o más colecciones de registros de modelos.

Para obtener información detallada sobre cómo crear modelos, versiones del modelo y grupos de 
modelos, y trabajar con ellos, consulte Modelos de registro de modelos, versiones del modelo y 
grupos de modelos. Si lo desea, si desea seguir agrupando sus grupos de modelos en colecciones, 
consulte Colecciones de registro de modelos.

Modelos de registro de modelos, versiones del modelo y grupos de 
modelos

El registro de SageMaker modelos está estructurado en varios grupos de modelos (paquetes) con 
paquetes de modelos en cada grupo. Estos grupos de modelos se pueden agregar opcionalmente 
a una o más colecciones. Cada paquete de modelos de un grupo de modelos corresponde a un 
modelo entrenado. La versión de cada paquete de modelos es un valor numérico que comienza en 1 
y se incrementa con cada nuevo paquete de modelos que se agrega a un grupo de modelos. Por 
ejemplo, si se agregan 5 paquetes de modelos a un grupo de modelos, las versiones del paquete de 
modelos serán 1, 2, 3, 4 y 5.
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Existen dos tipos de paquetes de modelos SageMaker. Un tipo se usa en AWS Marketplace y el 
otro se usa en el registro de modelos. Los paquetes de modelos utilizados en AWS Marketplace no 
son entidades que se puedan versionar y no están asociados a los grupos de modelos del registro 
de modelos. Para obtener más información sobre los paquetes de modelos que se utilizan en AWS 
Marketplace, consulte Venta de algoritmos y paquetes en AWS Marketplace.

Los paquetes de modelos utilizados en el registro de modelos tienen control de versiones y deben
estar asociados a un grupo de modelos. El ARN de este tipo de paquete modelo tiene la estructura:
'arn:aws:sagemaker:region:account:model-package-group/version'

En los temas siguientes se muestra cómo crear modelos, versiones del modelo y grupos de modelos 
del registro de modelos y cómo trabajar con ellos.

Temas

• Cree un grupo de modelos

• Eliminación de un grupo de modelos

• Registro de una versión del modelo

• Ver los grupos y las versiones de los modelos

• Ver los detalles de una versión del modelo

• Comparación de versiones del modelo

• Vea y administre las etiquetas del grupo de modelos y de las versiones del modelo

• Comparta modelos con los usuarios de SageMaker Canvas

• Eliminar una versión del modelo

• Actualizar el estado de aprobación de un modelo

• Implementar un modelo desde el registro

• Ver el historial de implementación de un modelo

Cree un grupo de modelos

Un grupo de modelos contiene un grupo de modelos con control de versiones. Cree un grupo de 
modelos mediante la consola AWS SDK for Python (Boto3) o la de Amazon SageMaker Studio.

Cree un grupo de modelos (Boto3)

Para crear un grupo de modelos con Boto3, llame a la operación de la
create_model_package_group API y especifique un nombre y una descripción como 
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parámetros. En el ejemplo siguiente se muestra cómo crear un mediante grupo de modelos. La 
respuesta de la llamada create_model_package_group es el nombre de recurso de Amazon 
(ARN) del nuevo grupo de modelos.

En primer lugar, importe los paquetes necesarios y configure el cliente SageMaker Boto3.

import time
import os
from sagemaker import get_execution_role, session
import boto3

region = boto3.Session().region_name

role = get_execution_role()

sm_client = boto3.client('sagemaker', region_name=region)

Ahora cree el grupo de modelos.

import time
model_package_group_name = "scikit-iris-detector-" + str(round(time.time()))
model_package_group_input_dict = { 
 "ModelPackageGroupName" : model_package_group_name, 
 "ModelPackageGroupDescription" : "Sample model package group"
}

create_model_package_group_response = 
 sm_client.create_model_package_group(**model_package_group_input_dict)
print('ModelPackageGroup Arn : 
 {}'.format(create_model_package_group_response['ModelPackageGroupArn']))

Cree un grupo de modelos (consola)

Para crear un grupo de modelos en la consola de Amazon SageMaker Studio, complete los 
siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, elija Models (Modelos).
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3. Seleccione la pestaña Modelos registrados si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. Seleccione Registrar y, a continuación, elija Grupo de modelos.

6. En el cuadro de diálogo Registrar un grupo de modelos, introduzca la siguiente información:

• El nombre del nuevo grupo de modelos en el campo Nombre del grupo de modelos.

• (Opcional) Una descripción del grupo de modelos en el campo Descripción.

• (Opcional) Cualquier par clave-valor que desee asociar al grupo de modelos en el campo
Etiquetas. Para obtener información sobre el uso de etiquetas, consulte Tagging AWS 
resources en la Referencia general de AWS.

7. Seleccione Registrar grupo de modelos.

8. (Opcional) En la página de modelos, seleccione la pestaña Modelos registrados y, a 
continuación, elija Grupos de modelos. Confirme que el grupo de modelos recién creado 
aparezca en la lista de grupos de modelos.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. Elija Acciones y, a continuación, elija Crear grupo de modelos.

5. En el cuadro de diálogo Crear grupo de modelos, ingrese la información siguiente:

• Ingrese el nombre del nuevo grupo de modelos en el campo Nombre del grupo de 
modelos.

• Ingrese una descripción en el campo Descripción (opcional).

• Ingrese cualquier par clave-valor que quiera asociar con el grupo de modelos en el campo
Etiquetas (opcional). Para obtener información sobre el uso de etiquetas, consulte Tagging 
AWS resources en la Referencia general de AWS.
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• Elija un proyecto al que asociar el grupo de modelos en el campo Proyecto (opcional). 
Para obtener información sobre proyectos, consulte Automatice los MLOP con proyectos 
SageMaker .

6. Elija Crear modelo.

Eliminación de un grupo de modelos

Este procedimiento muestra cómo eliminar un grupo de modelos en la consola de Amazon 
SageMaker Studio.

Eliminar un grupo de modelos (consola)

Important

Solo puede eliminar un grupo de modelos vacío. Antes de eliminar el grupo de modelos, 
elimine las versiones del modelo, si las hubiera.

Para eliminar un grupo de modelos en la consola de Amazon SageMaker Studio, complete los 
siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, elija Models (Modelos).

3. Seleccione la pestaña Modelos registrados si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. En la lista de grupos de modelos, seleccione la casilla de verificación situada junto al nombre 
del grupo de modelos que desee eliminar.

6. Seleccione los puntos suspensivos verticales situados sobre la esquina superior derecha de 
la lista de grupos de modelos y elija Eliminar.

7. En el cuadro de diálogo Eliminar grupo de modelos, elija Sí, elimine el grupo de modelos.

8. Elija Eliminar.
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9. Confirme que los grupos de modelos eliminados ya no aparecen en la lista de grupos de 
modelos.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos. Aparece una lista de sus grupos de 
modelos.

4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos que desea 
eliminar.

5. En la esquina superior derecha, elija Eliminar.

6. En el cuadro de diálogo de confirmación, ingrese REMOVE.

7. Elija Eliminar.

Registro de una versión del modelo

Puedes registrar un SageMaker modelo de Amazon creando una versión del modelo que especifique 
el grupo de modelos al que pertenece. La versión del modelo debe incluir tanto los artefactos del 
modelo (los pesos entrenados de un modelo) como el código de inferencia del modelo.

Una canalización de inferencia es un SageMaker modelo compuesto por una secuencia lineal de dos 
a quince contenedores que procesan las solicitudes de inferencia. Para registrar una canalización 
de inferencia, especifique los contenedores y las variables de entorno asociadas. Para obtener más 
información sobre las canalizaciones de inferencia, consulte Alojamiento de modelos junto con la 
lógica de preprocesamiento como una canalización de inferencia en serie detrás de un punto de 
conexión.

Para registrar un modelo con una canalización de inferencia, especifique los contenedores y 
las variables de entorno asociadas. Para crear una versión del modelo con una canalización de 
inferencia mediante la AWS SDK for Python (Boto3) consola de Amazon SageMaker Studio o 
mediante la creación de un paso en una canalización de creación de SageMaker modelos, siga estos 
pasos.
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Temas

• Registre una versión del modelo (SageMakerPipelines)

• Registrar una versión del modelo (Boto3)

• Registra una versión del modelo (consola)

• Registrar una versión del modelo desde una cuenta diferente

Registre una versión del modelo (SageMakerPipelines)

Para registrar una versión del modelo mediante una canalización de creación de SageMaker 
modelos, cree un RegisterModel paso en la canalización. Para obtener más información sobre 
cómo crear un paso RegisterModel como parte de una canalización, consulte Paso 8: Definir un 
RegisterModel paso para crear un paquete modelo.

Registrar una versión del modelo (Boto3)

Para registrar una versión del modelo mediante Boto3, llame a la operación
create_model_package API.

En primer lugar, debe configurar el diccionario de parámetros para pasarlo a la operación de la
create_model_package API.

# Specify the model source
model_url = "s3://your-bucket-name/model.tar.gz"

modelpackage_inference_specification =  { 
    "InferenceSpecification": { 
      "Containers": [ 
         { 
            "Image": '257758044811.dkr.ecr.us-east-2.amazonaws.com/sagemaker-
xgboost:1.2-1', 
     "ModelDataUrl": model_url 
         } 
      ], 
      "SupportedContentTypes": [ "text/csv" ], 
      "SupportedResponseMIMETypes": [ "text/csv" ], 
   } 
 }

# Alternatively, you can specify the model source like this:
# modelpackage_inference_specification["InferenceSpecification"]["Containers"][0]
["ModelDataUrl"]=model_url
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create_model_package_input_dict = { 
    "ModelPackageGroupName" : model_package_group_name, 
    "ModelPackageDescription" : "Model to detect 3 different types of irises (Setosa, 
 Versicolour, and Virginica)", 
    "ModelApprovalStatus" : "PendingManualApproval"
}
create_model_package_input_dict.update(modelpackage_inference_specification)

A continuación, llamas a la operación de la create_model_package API y pasas al diccionario de 
parámetros que acabas de configurar.

create_model_package_response = 
 sm_client.create_model_package(**create_model_package_input_dict)
model_package_arn = create_model_package_response["ModelPackageArn"]
print('ModelPackage Version ARN : {}'.format(model_package_arn))

Registra una versión del modelo (consola)

Para registrar una versión modelo en la consola de Amazon SageMaker Studio, complete los 
siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos en el menú.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. Seleccione Registrar y, a continuación, elija la versión del modelo.

6. En el formulario Registrar la versión del modelo, ingrese la siguiente información:

• En el menú desplegable Nombre del grupo de modelos, seleccione el nombre del grupo de 
modelos al que pertenece su versión.

• Escriba una descripción para la versión del modelo (opcional).

• En el menú desplegable Estado de aprobación del modelo, seleccione el estado de 
aprobación de la versión.
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• (Opcional) En el campo Metadatos personalizados, elija + Añadir nuevas y añada etiquetas 
personalizadas como pares clave-valor.

7. Elija Siguiente.

8. En el formulario de Especificación de inferencia, ingrese la siguiente información:

• En Ubicación de la imagen de inferencia (ECR), introduzca la ubicación de la imagen de 
inferencia del ECR.

• En Ubicación del artefacto del modelo (S3), introduzca la ubicación del depósito de 
Amazon S3 de los artefactos de datos del modelo.

• Para especificar e introducir variables de entorno o de configuración de datos, elija
Configuración adicional e introduzca esta información.

• Para añadir más contenedores, seleccione + Añadir contenedor.

• En Tipo de instancia de inferencia en tiempo real, introduzca el tipo de instancia que se 
utilizará para la inferencia en tiempo real.

• En el tipo de instancia de inferencia de transformación, introduzca el tipo de instancia que 
se utilizará para las transformaciones por lotes.

• En Tipos de contenido compatibles, introduce los tipos MIME de entrada.

• En Tipos de contenido de respuesta compatibles, introduce los tipos MIME de salida.

9. Elija Siguiente.

10. En el formulario de recomendación de inferencia opcional, introduzca la siguiente 
información:

• En Business Problem, elija la aplicación que se aplique a su modelo.

• En Tarea, elija el tipo de problema que se aplica a su modelo.

• En el caso de la dirección del depósito de S3, introduzca la ubicación del depósito de 
Amazon S3 de la carga útil de muestra.

• Para el primer contenedor, introduzca la siguiente información:

• En Nombre del modelo, introduzca el nombre del modelo tal como se usa en los 
zoológicos modelo.

• En Framework, elija un framework.

• Para la versión Framework, introduzca una versión Framework.

• Repita el paso anterior para todos los contenedores.
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12. Seleccione la casilla de verificación situada junto a una o más de las métricas del modelo que 
se muestran.

13. Elija Siguiente.

14. Asegúrese de que la configuración mostrada sea correcta y elija Registrar la versión del 
modelo. Si posteriormente ve una ventana modal con un mensaje de error, seleccione Ver
(junto al mensaje) para ver el origen del error.

15. Confirme que la nueva versión del modelo aparezca en la página del grupo de modelos 
principal.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. Abra el formulario Registrar versión. Puede hacerlo de una de las dos formas siguientes:

• Elija Acciones y, a continuación, elija Crear versión del modelo.

• Seleccione el nombre del grupo de modelos para el que desea crear una versión del 
modelo y, a continuación, elija Crear versión del modelo.

5. En el formulario Registrar la versión del modelo, ingrese la siguiente información:

• En el menú desplegable Nombre del grupo de paquetes de modelos, seleccione el nombre 
del grupo de modelos.

• Escriba una descripción para la versión del modelo (opcional).

• En el menú desplegable Estado de aprobación del modelo, seleccione el estado de 
aprobación de la versión.

• (Opcional) En el campo Metadatos personalizados, añada etiquetas personalizadas como 
pares clave-valor.

6. Elija Siguiente.

7. En el formulario de Especificación de inferencia, ingrese la siguiente información:

• Ingrese la ubicación de la imagen de inferencia.
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• Ingrese la ubicación de los artefactos de los datos del modelo.

• (Opcional) Introduzca información sobre las imágenes que desee utilizar en los trabajos 
de transformación e inferencia en tiempo real, así como los tipos MIME de entrada y salida 
compatibles.

8. Elija Siguiente.

9. Proporcione detalles para facilitar las recomendaciones de puntos de conexión (opcional).

10. Elija Siguiente.

11. Elija las métricas del modelo que desee incluir (opcional).

12. Elija Siguiente.

13. Asegúrese de que la configuración mostrada sea correcta y elija Registrar la versión del 
modelo. Si posteriormente ve una ventana modal con un mensaje de error, seleccione Ver
(junto al mensaje) para ver el origen del error.

14. Confirme que la nueva versión del modelo aparezca en la página del grupo de modelos 
principal.

Registrar una versión del modelo desde una cuenta diferente

Para registrar versiones del modelo en un grupo de modelos creado por una cuenta de AWS 
diferente, debe agregar una política de recursos de AWS Identity and Access Management 
entre cuentas para habilitar esa cuenta. Por ejemplo, una cuenta de AWS de su organización 
es responsable del entrenamiento de los modelos y otra cuenta es responsable de administrar, 
implementar y actualizar los modelos. En este caso, debe crear políticas de recursos de IAM 
y aplicarlas al recurso de cuenta específico al que desea conceder acceso. Para obtener más 
información sobre las políticas de recursos entre cuentas en AWS, consulte Lógica de evaluación de 
políticas entre cuentas en la  Guía del usuario de AWS Identity and Access Management.

Note

También debe usar una clave de KMS para cifrar la acción de configuración de los datos de 
salida durante el entrenamiento para la implementación de un modelo entre cuentas.

Para habilitar el registro de modelos multicuenta SageMaker, debe proporcionar una política 
de recursos multicuenta para el grupo de modelos que contenga las versiones del modelo. A 
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continuación se muestra un ejemplo en el que se crean políticas entre cuentas para el grupo de 
modelos y se aplican a ese recurso específico.

La siguiente configuración debe establecerse en la cuenta de origen que registra los modelos 
entre cuentas en un grupo de modelos. En este ejemplo, la cuenta de origen es la cuenta de 
entrenamiento del modelo que entrenará y, a continuación, registrará la cuenta cruzada del modelo 
en el registro de modelos de la cuenta del registro de modelos.

En el ejemplo se supone que ha definido previamente las siguientes variables:

• sm_client— Un cliente de SageMaker Boto3.

• model_package_group_name— El grupo de modelos al que desea conceder acceso.

• model_package_group_arn— El ARN del grupo modelo al que desea conceder acceso entre 
cuentas.

• bucket— El depósito de Amazon S3 donde se almacenan los artefactos de entrenamiento del 
modelo.

Para poder implementar un modelo creado en una cuenta diferente, el usuario debe 
tener un rol que tenga acceso a SageMaker las acciones, como un rol con la política
AmazonSageMakerFullAccess administrada. Para obtener información acerca de las políticas 
administradas de SageMaker , consulte AWSPolíticas gestionadas para Amazon SageMaker.

Políticas de recursos de IAM obligatorias

El siguiente diagrama muestra las políticas necesarias para permitir el registro de modelos entre 
cuentas. Como se muestra, estas políticas deben estar activas durante el entrenamiento del modelo 
para registrar correctamente el modelo en la cuenta del registro de modelos.
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En los siguientes ejemplos de código se muestran políticas de Amazon ECR, Amazon S3 y AWS 
KMS.

Ejemplo de política de Amazon ECR

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AddPerm", 
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      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::{model_registry_account}:root" 
      }, 
      "Action": [ 
        "ecr:BatchGetImage", 
        "ecr:Describe*" 
      ] 
    } 
  ]
}

Ejemplo de política de Amazon S3

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AddPerm", 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::{model_registry_account}:root" 
      }, 
      "Action": [ 
        "s3:GetObject", 
        "s3:GetBucketAcl", 
        "s3:GetObjectAcl" 
      ], 
      "Resource": "arn:aws:s3:::{bucket}/*" 
    } 
  ]
}

Ejemplo de política de AWS KMS

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AddPerm", 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::{model_registry_account}:root" 
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      }, 
      "Action": [ 
        "kms:Decrypt", 
        "kms:GenerateDataKey*" 
      ], 
      "Resource": "*" 
    } 
  ]
}

Aplicar políticas de recursos a las cuentas

La siguiente configuración de políticas aplica las políticas descritas en la sección anterior y debe 
incluirse en la cuenta de entrenamiento de modelos.

import json

# The Model Registry account id of the Model Group  
model_registry_account = "111111111111"

# The model training account id where training happens
model_training_account = "222222222222"

# 1. Create a policy for access to the ECR repository  
# in the model training account for the Model Registry account Model Group
ecr_repository_policy = {"Version": "2012-10-17", 
    "Statement": [{"Sid": "AddPerm", 
        "Effect": "Allow", 
        "Principal": { 
          "AWS": f"arn:aws:iam::{model_registry_account}:root" 
        }, 
        "Action": [ 
          "ecr:BatchGetImage", 
          "ecr:Describe*" 
        ] 
    }]
}

# Convert the ECR policy from JSON dict to string
ecr_repository_policy = json.dumps(ecr_repository_policy)

# Set the new ECR policy
ecr = boto3.client('ecr')
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response = ecr.set_repository_policy( 
    registryId = model_training_account, 
    repositoryName = "decision-trees-sample", 
    policyText = ecr_repository_policy
)

# 2. Create a policy in the model training account for access to the S3 bucket  
# where the model is present in the Model Registry account Model Group
bucket_policy = {"Version": "2012-10-17", 
    "Statement": [{"Sid": "AddPerm", 
        "Effect": "Allow", 
        "Principal": {"AWS": f"arn:aws:iam::{model_registry_account}:root" 
        }, 
        "Action": [ 
          "s3:GetObject", 
          "s3:GetBucketAcl", 
          "s3:GetObjectAcl" 
        ], 
        "Resource": "arn:aws:s3:::{bucket}/*" 
    }]
}

# Convert the S3 policy from JSON dict to string
bucket_policy = json.dumps(bucket_policy)

# Set the new bucket policy
s3 = boto3.client("s3")
response = s3.put_bucket_policy( 
    Bucket = bucket, 
    Policy = bucket_policy)

# 3. Create the KMS grant for the key used during training for encryption
# in the model training account to the Model Registry account Model Group
client = boto3.client("kms")

response = client.create_grant( 
    GranteePrincipal=model_registry_account, 
    KeyId=kms_key_id 
    Operations=[ 
        "Decrypt", 
        "GenerateDataKey", 
    ],
)
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La siguiente configuración debe colocarse en la cuenta del registro de modelos donde se encuentra 
el grupo de modelos.

# The Model Registry account id of the Model Group  
model_registry_account = "111111111111"

# 1. Create policy to allow the model training account to access the ModelPackageGroup
model_package_group_policy = {"Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AddPermModelPackageVersion", 
            "Effect": "Allow", 
            "Principal": {"AWS": f"arn:aws:iam::{model_training_account}:root"}, 
            "Action": ["sagemaker:CreateModelPackage"], 
            "Resource": f"arn:aws:sagemaker:{region}:{model_registry_account}:model-
package/{model_package_group_name}/*" 
        } 
    ]
}

# Convert the policy from JSON dict to string
model_package_group_policy = json.dumps(model_package_group_policy)

# Set the new policy
response = sm_client.put_model_package_group_policy( 
    ModelPackageGroupName = model_package_group_name, 
    ResourcePolicy = model_package_group_policy) 

             

Por último, utilice la acción create_model_package de la cuenta de entrenamiento de modelos 
para registrar el paquete de modelos en la cuenta cruzada.

# Specify the model source
model_url = "s3://{bucket}/model.tar.gz"

#Set up the parameter dictionary to pass to the create_model_package API operation
modelpackage_inference_specification =  { 
    "InferenceSpecification": { 
        "Containers": [ 
            { 
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                "Image": f"{model_training_account}.dkr.ecr.us-east-2.amazonaws.com/
decision-trees-sample:latest", 
                "ModelDataUrl": model_url 
            } 
        ], 
        "SupportedContentTypes": [ "text/csv" ], 
        "SupportedResponseMIMETypes": [ "text/csv" ], 
    }
}

# Alternatively, you can specify the model source like this:
# modelpackage_inference_specification["InferenceSpecification"]["Containers"][0]
["ModelDataUrl"]=model_url

create_model_package_input_dict = { 
    "ModelPackageGroupName" : model_package_group_arn, 
    "ModelPackageDescription" : "Model to detect 3 different types of irises (Setosa, 
 Versicolour, and Virginica)", 
    "ModelApprovalStatus" : "PendingManualApproval"
}
create_model_package_input_dict.update(modelpackage_inference_specification)

# Create the model package in the Model Registry account
create_model_package_response = 
 sm_client.create_model_package(**create_model_package_input_dict)
model_package_arn = create_model_package_response["ModelPackageArn"]
print('ModelPackage Version ARN : {}'.format(model_package_arn))

Ver los grupos y las versiones de los modelos

Los grupos y las versiones de los modelos le ayudan a organizar sus modelos. Puede ver una lista 
de las versiones de modelos de un grupo de modelos mediante la consola AWS SDK for Python 
(Boto3) (Boto3) o Amazon SageMaker Studio.

Ver una lista de versiones del modelo en un grupo

Puede ver todas las versiones del modelo asociadas a un grupo de modelos. Si un grupo de modelos 
representa todos los modelos que se entrenan para solucionar un problema de ML específico, se 
pueden ver todos los modelos relacionados.
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Ver una lista de versiones del modelo en un grupo (Boto3)

Para ver las versiones de modelos asociadas a un grupo de modelos mediante Boto3, llame a la 
operación de la list_model_packages API y pase el nombre del grupo de modelos como valor 
del parámetro. ModelPackageGroupName El código siguiente muestra las versiones del modelo 
asociadas al grupo de modelos que creó en Cree un grupo de modelos (Boto3).

sm_client.list_model_packages(ModelPackageGroupName=model_package_group_name)

Vea una lista de versiones de modelos en un grupo (consola)

Para ver una lista de las versiones de modelos de un grupo de modelos en la consola de Amazon 
SageMaker Studio, complete los siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos en el menú.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. En la lista de grupos de modelos, seleccione el soporte angular situado a la izquierda del 
grupo de modelos que desee ver.

6. Aparece una lista de las versiones de modelos del grupo de modelos.

7. (Opcional) Seleccione Ver todo, si se muestra, para ver otras versiones del modelo.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos que desea ver.

5. Aparece una nueva pestaña con una lista de las versiones del modelo del grupo de modelos.
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Ver los detalles de una versión del modelo

Puede ver los detalles de una versión de modelo específica mediante la consola AWS SDK for 
Python (Boto3) o la de Amazon SageMaker Studio.

Ver los detalles de una versión del modelo (Boto3)

Para ver los detalles de una versión del modelo mediante Boto3, complete los pasos siguientes.

1. Llame a la operación de la list_model_packages API para ver las versiones de los modelos 
de un grupo de modelos.

sm_client.list_model_packages(ModelPackageGroupName="ModelGroup1")

La respuesta es una lista de resúmenes de paquetes de modelos. En esta lista, puede obtener el 
nombre de recurso de Amazon (ARN) de las versiones del modelo.

{'ModelPackageSummaryList': [{'ModelPackageGroupName': 
 'AbaloneMPG-16039329888329896', 
   'ModelPackageVersion': 1, 
   'ModelPackageArn': 'arn:aws:sagemaker:us-east-2:123456789012:model-package/
ModelGroup1/1', 
   'ModelPackageDescription': 'TestMe', 
   'CreationTime': datetime.datetime(2020, 10, 29, 1, 27, 46, 46000, 
 tzinfo=tzlocal()), 
   'ModelPackageStatus': 'Completed', 
   'ModelApprovalStatus': 'Approved'}], 
 'ResponseMetadata': {'RequestId': '12345678-abcd-1234-abcd-aabbccddeeff', 
  'HTTPStatusCode': 200, 
  'HTTPHeaders': {'x-amzn-requestid': '12345678-abcd-1234-abcd-aabbccddeeff', 
   'content-type': 'application/x-amz-json-1.1', 
   'content-length': '349', 
   'date': 'Mon, 23 Nov 2020 04:56:50 GMT'}, 
  'RetryAttempts': 0}}

2. Llame a describe_model_package para ver los detalles de la versión del modelo. 
Ingrese el ARN de una versión del modelo que obtuvo en el resultado de la llamada
list_model_packages.

sm_client.describe_model_package(ModelPackageName="arn:aws:sagemaker:us-
east-2:123456789012:model-package/ModelGroup1/1")
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El resultado de esta llamada es un objeto JSON con los detalles de la versión del modelo.

{'ModelPackageGroupName': 'ModelGroup1', 
 'ModelPackageVersion': 1, 
 'ModelPackageArn': 'arn:aws:sagemaker:us-east-2:123456789012:model-package/
ModelGroup/1', 
 'ModelPackageDescription': 'Test Model', 
 'CreationTime': datetime.datetime(2020, 10, 29, 1, 27, 46, 46000, 
 tzinfo=tzlocal()), 
 'InferenceSpecification': {'Containers': [{'Image': '257758044811.dkr.ecr.us-
east-2.amazonaws.com/sagemaker-xgboost:1.0-1-cpu-py3', 
    'ImageDigest': 
 'sha256:99fa602cff19aee33297a5926f8497ca7bcd2a391b7d600300204eef803bca66', 
    'ModelDataUrl': 's3://sagemaker-us-east-2-123456789012/ModelGroup1/
pipelines-0gdonccek7o9-AbaloneTrain-stmiylhtIR/output/model.tar.gz'}], 
  'SupportedTransformInstanceTypes': ['ml.m5.xlarge'], 
  'SupportedRealtimeInferenceInstanceTypes': ['ml.t2.medium', 'ml.m5.xlarge'], 
  'SupportedContentTypes': ['text/csv'], 
  'SupportedResponseMIMETypes': ['text/csv']}, 
 'ModelPackageStatus': 'Completed', 
 'ModelPackageStatusDetails': {'ValidationStatuses': [], 
  'ImageScanStatuses': []}, 
 'CertifyForMarketplace': False, 
 'ModelApprovalStatus': 'PendingManualApproval', 
 'LastModifiedTime': datetime.datetime(2020, 10, 29, 1, 28, 0, 438000, 
 tzinfo=tzlocal()), 
 'ResponseMetadata': {'RequestId': '12345678-abcd-1234-abcd-aabbccddeeff', 
  'HTTPStatusCode': 200, 
  'HTTPHeaders': {'x-amzn-requestid': '212345678-abcd-1234-abcd-aabbccddeeff', 
   'content-type': 'application/x-amz-json-1.1', 
   'content-length': '1038', 
   'date': 'Mon, 23 Nov 2020 04:59:38 GMT'}, 
  'RetryAttempts': 0}}

Vea los detalles de una versión del modelo (consola)

Para ver los detalles de una versión modelo en la consola de Amazon SageMaker Studio, complete 
los siguientes pasos en función de si utiliza Studio o Studio Classic.
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Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos en el menú.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. Seleccione el nombre del grupo de modelos que contiene la versión del modelo que desea 
ver.

6. En la lista de versiones del modelo, seleccione la versión del modelo que desee ver.

7. Para ver los detalles relacionados con el entrenamiento con modelos, pulse el botón de 
opción Entrenamiento. Para ver los detalles relacionados con la inferencia, pulse el botón de 
opción Inferencia.

Las siguientes pestañas incluyen los detalles relacionados con el entrenamiento del modelo:

• Rendimiento: medidas estadísticas para evaluar el rendimiento del modelo, como el error 
medio relativo (RME).

• Evaluación: gráficos y métricas para describir el sesgo y la explicabilidad.

• Asociaciones: los recursos que se derivan de la versión del modelo, se derivan de ella o 
están asociados a ella.

• Actividad: las acciones que realizó con la versión del modelo, como la aprobación.

• Etiquetas: las etiquetas que pertenecen a la versión del modelo.

• Metadatos: la información del ARN de la versión del modelo y las funciones de Identity and 
Access Management (IAM) asociadas.

Las siguientes pestañas incluyen detalles relacionados con la inferencia del modelo:

• Instancias: las instancias en las que se implementa el modelo.

• Metadatos: los contenedores que realizan inferencias con su modelo.
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Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos que desea ver.

5. Aparece una nueva pestaña con una lista de las versiones del modelo del grupo de modelos.

6. En la lista de versiones de modelo, seleccione el nombre de la versión del modelo de la que 
quiere ver los detalles.

7. En la pestaña de la versión del modelo que se abre, elija una de las siguientes opciones para 
ver los detalles sobre la versión del modelo:

• Actividad: muestra los eventos de la versión del modelo, como las actualizaciones del 
estado de aprobación.

• Calidad del modelo: comunica las métricas relacionadas con las comprobaciones de 
calidad de los modelos del monitor de modelos, que comparan las predicciones del modelo 
con las de Ground Truth. Para obtener más información sobre las comprobaciones de 
calidad de los modelos del monitor de modelos, consulte Supervisión de la calidad del 
modelo.

• Explicabilidad: comunica las métricas relacionadas con las comprobaciones de atribución 
de características del monitor de modelos, que comparan las clasificaciones relativas 
de las características en los datos de entrenamiento con las de los datos en tiempo real. 
Para obtener más información sobre las comprobaciones de explicabilidad del monitor de 
modelos, consulte Supervisión de la desviación en la atribución de características de los 
modelos en producción.

• Sesgo: comunica las métricas relacionadas con las comprobaciones de desviación de 
sesgo del monitor de modelos, que comparan la distribución de los datos en tiempo real 
con los datos de entrenamiento. Para obtener más información sobre las comprobaciones 
de desviación de sesgo del monitor de modelos, consulte Supervisión de la desviación de 
sesgo de los modelos en producción.

• Recomendador de inferencias: proporciona recomendaciones de instancia iniciales para 
lograr un rendimiento óptimo en función del modelo y las cargas de muestra.
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• Prueba de carga: ejecuta pruebas de carga en los tipos de instancias que elija cuando 
indique sus requisitos de producción específicos, como las restricciones de latencia y 
rendimiento.

• Especificación de inferencia: muestra los tipos de instancias para sus trabajos de 
inferencia y transformación en tiempo real, así como información sobre sus contenedores 
de Amazon ECR.

• Información: muestra información como el proyecto al que está asociada la versión del 
modelo, la canalización que generó el modelo, el grupo de modelos y la ubicación del 
modelo en Amazon S3.

Comparación de versiones del modelo

A medida que genere versiones de modelos, es posible que desee comparar las versiones de los 
modelos consultando las métricas de calidad de los modelos relevantes side-by-side. Por ejemplo, 
es posible que desee realizar un seguimiento de la precisión comparando los valores del error 
cuadrático medio (MSE) o puede decidir eliminar los modelos que tienen un rendimiento deficiente 
en determinadas medidas. El siguiente procedimiento muestra cómo configurar la comparación de 
versiones de modelos en Model Registry mediante la consola Amazon SageMaker Studio Classic.

Comparar versiones de modelos (Amazon SageMaker Studio Classic)

Note

Solo puedes comparar las versiones de los modelos de la consola Amazon SageMaker 
Studio Classic.

Para comparar las versiones del modelo dentro de un grupo de modelos, complete los siguientes 
pasos:

1. Inicia sesión en Studio Classic. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.
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4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos que desea ver. Se 
abre una nueva pestaña con una lista de las versiones del modelo del grupo de modelos.

5. En la lista de las versiones del modelo, marque las casillas situadas junto a las versiones del 
modelo que desee comparar.

6. Elija Acciones y después Modificar. Aparece una lista de las métricas de calidad de los modelos 
seleccionados.

Vea y administre las etiquetas del grupo de modelos y de las versiones del modelo

Model Registry le ayuda a ver y administrar las etiquetas relacionadas con sus grupos de modelos. 
Utilice etiquetas para clasificar los grupos de modelos según su finalidad, propietario, entorno u otro 
criterio. En las siguientes instrucciones se muestra cómo ver, añadir, eliminar y editar las etiquetas 
en la consola de Amazon SageMaker Studio.

Vea y gestione las etiquetas de los grupos de modelos

Studio

Para ver una etiqueta de grupo de modelos, complete los siguientes pasos:

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos para ver una lista de tus grupos de 
modelos.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. En la lista Grupos de modelos, seleccione el nombre del grupo de modelos que desee ver.

6. En la página del grupo de modelos, seleccione la pestaña Etiquetas. Vea las etiquetas 
asociadas a su grupo de modelos.

Para agregar una etiqueta al grupo de modelos, complete los siguientes pasos:

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.
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2. En el panel de navegación izquierdo, selecciona Modelos para ver una lista de tus grupos de 
modelos.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. En la lista Grupos de modelos, seleccione el nombre del grupo de modelos que desea editar.

6. En la página del grupo de modelos, seleccione la pestaña Etiquetas.

7. Elija Añadir/editar etiquetas.

8. Arriba de + Añadir nueva etiqueta, introduce la nueva clave en el campo Clave en blanco.

9. Ingrese el nuevo valor en el campo Valor en blanco (opcional).

10. Elija Confirmar cambios.

11. Confirme que la nueva etiqueta aparezca en la sección Etiquetas de la página Información.

Para eliminar una etiqueta del grupo de modelos, complete los siguientes pasos:

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos para ver una lista de tus grupos de 
modelos.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. En la lista Grupos de modelos, seleccione el nombre del grupo de modelos que desea editar.

6. En la página del grupo de modelos, seleccione la pestaña Etiquetas.

7. Elija Añadir/editar etiquetas.

8. Selecciona el icono de la papelera situado junto al par clave-valor que deseas eliminar.

9. Elija Confirmar cambios.

Para editar una etiqueta del grupo de modelos, complete los siguientes pasos:

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.
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2. En el panel de navegación izquierdo, selecciona Modelos para ver una lista de tus grupos de 
modelos.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. En la lista Grupos de modelos, seleccione el nombre del grupo de modelos que desea editar.

6. En la página del grupo de modelos, seleccione la pestaña Etiquetas.

7. Elija Añadir/editar etiquetas.

8. Introduzca un nuevo valor en el campo Valor del par de claves que desee editar.

9. Elija Confirmar cambios.

Studio Classic

Para ver una etiqueta de grupo de modelos, complete los siguientes pasos:

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista Grupos de modelos, seleccione el nombre del grupo de modelos que desea editar.

5. Elija Información.

6. Vea sus etiquetas en la sección Etiquetas de la página de información.

Para agregar una etiqueta al grupo de modelos, complete los siguientes pasos:

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Descripción general SageMaker de Amazon Domain.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista Grupos de modelos, seleccione el nombre del grupo de modelos que desea editar.
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5. Elija Información.

6. Si no tiene ninguna etiqueta, elija Agregar etiquetas.

7. Si ya tiene etiquetas, elija Administrar etiquetas en la sección Etiquetas. Aparece una lista de 
las etiquetas del grupo de modelos como pares clave-valor.

8. En la parte superior de Agregar nueva etiqueta, ingrese la nueva clave en el campo Clave en 
blanco.

9. Ingrese el nuevo valor en el campo Valor en blanco (opcional).

10. Elija Confirmar cambios.

11. Confirme que la nueva etiqueta aparezca en la sección Etiquetas de la página Información.

Para eliminar una etiqueta del grupo de modelos, complete los siguientes pasos:

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Descripción general SageMaker de Amazon Domain.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista Grupos de modelos, seleccione el nombre del grupo de modelos que desea editar.

5. Elija Información.

6. En la sección Etiquetas, elija Administrar etiquetas. Aparece una lista de las etiquetas del 
grupo de modelos como pares clave-valor.

7. Elija el icono de Papelera situado a la derecha de la etiqueta que desee eliminar.

8. Elija Confirmar cambios.

9. Confirme que la etiqueta eliminada no aparezca en la sección Etiquetas de la página
Información.

Para editar una etiqueta del grupo de modelos, complete los siguientes pasos:

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Descripción general SageMaker de Amazon Domain.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).
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3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista Grupos de modelos, seleccione el nombre del grupo de modelos que desea editar.

5. Elija Información.

6. En la sección Etiquetas, elija Administrar etiquetas. Aparece una lista de las etiquetas del 
grupo de modelos como pares clave-valor.

7. Edite cualquier clave o valor.

8. Elija Confirmar cambios.

9. Confirma que la etiqueta contiene las modificaciones en la sección Etiquetas de la página
Información.

Administrar etiquetas de la versión del modelo

Para gestionar las etiquetas de versión de los modelos en la consola de Amazon SageMaker Studio, 
complete los siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

Para agregar una etiqueta a la versión del modelo, complete los siguientes pasos:

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos en el menú.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. Seleccione el nombre del grupo de modelos que contiene la versión del modelo que desea 
actualizar.

6. En la lista de versiones del modelo, seleccione la versión del modelo que desee actualizar.

7. En el menú desplegable Acciones, elija Editar.

8. Si va a agregar su primera etiqueta, ingrese el nuevo par clave-valor en los campos Clave y
Valor vacíos.

9. De forma opcional, para agregar otro par clave-valor de metadatos personalizado, elija
Agregar nuevo e introduzca el nuevo par clave-valor en los campos Nombre y Valor vacíos.

10. Elija Guardar cambios.
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Para eliminar una etiqueta de la versión del modelo, complete los siguientes pasos:

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos en el menú.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. Seleccione el nombre del grupo de modelos que contiene la versión del modelo que desea 
actualizar.

6. En la lista de versiones del modelo, seleccione la versión del modelo que desee actualizar.

7. En el menú desplegable Acciones, elija Editar.

8. Seleccione el icono de la papelera situado a la derecha de la etiqueta que desee eliminar.

9. Elija Confirmar cambios.

Para editar una etiqueta de la versión del modelo, complete los siguientes pasos:

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos en el menú.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. Seleccione el nombre del grupo de modelos que contiene la versión del modelo que desea 
actualizar.

6. En la lista de versiones del modelo, seleccione la versión del modelo que desee actualizar.

7. En el menú desplegable Acciones, elija Editar.

8. Edite cualquier clave o valor.

9. Elija Confirmar cambios.
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Studio Classic

Para agregar una etiqueta a la versión del modelo, complete los siguientes pasos:

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos que desea ver. 
Se abre una nueva pestaña con una lista de las versiones del modelo del grupo de modelos.

5. En la lista de versiones del modelo, seleccione el nombre de la versión del modelo que desee 
actualizar.

6. En el menú desplegable Acciones, elija Editar.

7. Si va a agregar su primera etiqueta, ingrese el nuevo par clave-valor en los campos Clave y
Valor vacíos.

8. De forma opcional, para agregar otro par clave-valor de metadatos personalizado, elija
Agregar nuevo e introduzca el nuevo par clave-valor en los campos Nombre y Valor vacíos.

9. Elija Guardar cambios.

10. Confirme que la nueva etiqueta aparezca en la sección Etiquetas de la página Información.

Para eliminar una etiqueta de la versión del modelo, complete los siguientes pasos:

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos que desea ver. 
Se abre una nueva pestaña con una lista de las versiones del modelo del grupo de modelos.

5. En la lista de versiones del modelo, seleccione el nombre de la versión del modelo que desee 
actualizar.

6. En el menú desplegable Acciones, elija Editar.
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7. Selecciona el icono de la papelera situado a la derecha de la etiqueta que quieres eliminar.

8. Elija Confirmar cambios.

9. Confirme que la etiqueta eliminada no aparezca en la sección Etiquetas de la página
Información.

Para editar una etiqueta de la versión del modelo, complete los siguientes pasos:

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos que desee ver. 
Se abre una nueva pestaña con una lista de las versiones del modelo del grupo de modelos.

5. En la lista de versiones del modelo, seleccione el nombre de la versión del modelo que desee 
actualizar.

6. En el menú desplegable Acciones, elija Editar.

7. Edite cualquier clave o valor.

8. Elija Confirmar cambios.

9. Confirma que la etiqueta contiene las modificaciones en la sección Etiquetas de la página
Información.

Comparta modelos con los usuarios de SageMaker Canvas

Note

Solo puedes compartir modelos con SageMaker Canvas en la consola Amazon SageMaker 
Studio Classic.

Es posible que tenga un modelo registrado en su registro de modelos que desee compartir con un 
usuario de SageMaker Canvas. Puede compartir un modelo que haya sido entrenado fuera de él 
SageMaker , siempre y cuando esté registrado en su Registro de modelos. Con esta funcionalidad, 
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los usuarios de SageMaker Canvas pueden importar los modelos que haya entrenado y generar 
predicciones con ellos. Para obtener más información sobre cómo compartir un modelo con un 
usuario de SageMaker Canvas, consulteLleve su propio modelo a SageMaker Canvas.

Eliminar una versión del modelo

Este procedimiento muestra cómo eliminar una versión de modelo en la consola de Amazon 
SageMaker Studio.

Eliminar una versión de modelo (consola)

Para eliminar una versión modelo en la consola de Amazon SageMaker Studio, complete los 
siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos para ver una lista de tus grupos de 
modelos.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. En la lista de grupos de modelos, seleccione el soporte angular situado a la izquierda del 
grupo de modelos que desee ver.

6. Aparece una lista de las versiones de modelos del grupo de modelos. Si no ve la versión del 
modelo que desea eliminar, seleccione Ver todo.

7. Seleccione las casillas de verificación situadas junto a las versiones del modelo que desee 
eliminar.

8. Seleccione los puntos suspensivos verticales situados sobre la esquina superior derecha 
de la tabla y elija Eliminar (o Eliminar la versión del modelo si se encuentra en la página de 
detalles del grupo de modelos).

9. En el cuadro de diálogo Eliminar versión del modelo, elija Sí, elimine la versión del modelo.

10. Elija Eliminar.

11. Confirme que las versiones de modelo eliminadas ya no aparecen en el grupo de modelos.
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Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos. Aparece una lista de sus grupos de 
modelos.

4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos de la versión 
del modelo que desee eliminar.

5. En la lista de versiones del modelo, seleccione el nombre de la versión del modelo que desee 
eliminar.

6. Seleccione el menú desplegable Acciones y, a continuación, elija Eliminar.

7. En el cuadro de diálogo de confirmación, ingrese REMOVE.

8. Elija Eliminar.

9. Confirme que la versión del modelo que ha eliminado no aparece en la lista de versiones del 
modelo del grupo de modelos.

Actualizar el estado de aprobación de un modelo

Después de crear una versión del modelo, normalmente es buena idea evaluar su rendimiento antes 
de implementarla en un punto de conexión de producción. Si cumple con sus requisitos, puede 
actualizar el estado de aprobación de la versión del modelo a Approved. Si el estado se establece 
en Approved, se puede iniciar la implementación de la CI/CD para el modelo. Si la versión del 
modelo no cumple con sus requisitos, puede actualizar el estado de aprobación a Rejected.

Puede actualizar manualmente el estado de aprobación de una versión del modelo después de 
registrarla, o puede crear un paso de condición para evaluar el modelo al crear una SageMaker 
canalización. Para obtener información sobre la creación de un paso de condición en una 
SageMaker canalización, consultePasos de la canalización.

Cuando utiliza una de las plantillas de proyecto SageMaker proporcionadas y el estado de 
aprobación de una versión del modelo cambia, se produce la siguiente acción. Solo se muestran las 
transiciones válidas.
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• PendingManualApproval a Approved: inicia la implementación de CI/CD para la versión del 
modelo aprobada

• PendingManualApproval a Rejected: no hay ninguna acción

• Rejected a Approved: inicia la implementación de CI/CD para la versión del modelo aprobada

• Approved a Rejected: inicia la CI/CD para implementar la última versión del modelo con un 
estado Approved

Puede actualizar el estado de aprobación de una versión modelo mediante la consola Amazon 
SageMaker Studio AWS SDK for Python (Boto3) o desde la consola. También puedes actualizar 
el estado de aprobación de una versión del modelo como parte de un paso previo a una fase 
de SageMaker preparación. Para obtener información sobre el uso de un paso de aprobación 
de modelos en una SageMaker canalización, consulteSageMaker Descripción general de las 
canalizaciones.

Actualizar el estado de aprobación de un modelo (Boto3)

Cuando creó la versión del modelo en Registro de una versión del modelo, configuró
ModelApprovalStatus en PendingManualApproval. Para actualizar el estado de aprobación 
del modelo, llamea update_model_package. Tenga en cuenta que para automatizar este proceso 
puede escribir un código que, por ejemplo, establezca el estado de aprobación de un modelo en 
función del resultado de la evaluación de alguna medida del rendimiento del modelo. También puede 
crear un paso en una canalización que implemente automáticamente una nueva versión del modelo 
cuando se apruebe. En el siguiente fragmento de código se muestra cómo cambiar manualmente el 
estado de aprobación a Approved.

model_package_update_input_dict = { 
    "ModelPackageArn" : model_package_arn, 
    "ModelApprovalStatus" : "Approved"
}
model_package_update_response = 
 sm_client.update_model_package(**model_package_update_input_dict)

Actualizar el estado de aprobación de un modelo (consola)

Para cambiar manualmente el estado de aprobación en la consola de Amazon SageMaker Studio, 
complete los siguientes pasos en función de si utiliza Studio o Studio Classic.
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Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, elija los modelos para ver una lista de sus grupos de 
modelos.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. En la lista de grupos de modelos, seleccione el soporte angular situado a la izquierda del 
grupo de modelos que desee ver.

6. Aparece una lista de las versiones de modelos del grupo de modelos. Si no ve la versión del 
modelo que desea eliminar, seleccione Ver todo para ver la lista completa de versiones del 
modelo en la página de detalles del grupo de modelos.

7. Seleccione el nombre de la versión del modelo que desea actualizar.

8. Elija los puntos suspensivos verticales en la parte superior derecha, elija Actualizar estado y, 
a continuación, el estado final del modelo.

9. En el cuadro de diálogo Actualizar el estado del modelo, inserte un comentario opcional y 
elija Guardar y actualizar.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos que desee ver. 
Se abre una nueva pestaña con una lista de las versiones del modelo del grupo de modelos.

5. En la lista de versiones del modelo, seleccione el nombre de la versión del modelo que desee 
actualizar.

6. En el menú desplegable Acciones, puede elegir una de las dos opciones de menú posibles 
para actualizar el estado de la versión del modelo.
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• Mediante la opción Actualizar estado

1. En el menú desplegable Acciones, elija el menú desplegable Actualizar estado y elija 
el estado de la nueva versión del modelo.

2. En el campo Comentario, agregue detalles adicionales (opcional).

3. Elija Guardar y actualizar.

• Uso de la opción Editar

1. En el menú desplegable Acciones, elija Editar.

2. En el campo Comentario, agregue detalles adicionales (opcional).

3. Elija Guardar cambios.

7. Confirme que el estado de la versión del modelo esté actualizado al valor correcto en la 
página de la versión del modelo.

Implementar un modelo desde el registro

Después de registrar una versión del modelo y aprobarla para su implementación, impleméntela en 
un SageMaker punto final para realizar inferencias en tiempo real. Puede implementar su modelo 
mediante el SageMaker SDK o el AWS SDK for Python (Boto3) (Boto3).

Al crear un proyecto de operaciones de aprendizaje automático (MLOps) y elegir una plantilla de 
proyecto de MLOps que incluya el despliegue del modelo, las versiones del modelo aprobadas en el 
registro de modelos se implementan automáticamente en la producción. Para obtener información 
sobre el uso de proyectos de SageMaker MLOps, consulte. Automatice los MLOP con proyectos 
SageMaker

También puede habilitar una cuenta de AWS para implementar versiones del modelo que se crearon 
en otra cuenta con la adición de una política de recursos entre cuentas. Por ejemplo, un equipo de su 
organización puede ser responsable del entrenamiento de los modelos y otro equipo se encarga de 
implementar y actualizar los modelos.

Temas

• Implemente un modelo desde el registro (SDK) SageMaker

• Implementar un modelo desde el registro (Boto3)

• Implementar una versión del modelo desde una cuenta diferente
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Implemente un modelo desde el registro (SDK) SageMaker

Para implementar una versión de modelo mediante el SDK de Amazon SageMaker Python, utilice el 
siguiente fragmento de código:

from sagemaker import ModelPackage
from time import gmtime, strftime

model_package_arn = 'arn:aws:sagemaker:us-east-2:12345678901:model-package/modeltest/1'
model = ModelPackage(role=role,  
                     model_package_arn=model_package_arn,  
                     sagemaker_session=sagemaker_session)
model.deploy(initial_instance_count=1, instance_type='ml.m5.xlarge')

Implementar un modelo desde el registro (Boto3)

Para eliminar una versión del modelo mediante AWS SDK for Python (Boto3), complete los 
siguientes pasos:

1. El siguiente fragmento de código supone que ya ha creado el cliente SageMaker Boto3
sm_client y una versión del modelo cuyo ARN está almacenado en la variable.
model_version_arn

Cree un objeto de modelo a partir de la versión del modelo mediante una llamada a la operación 
de API create_model. Pase el nombre de recurso de Amazon (ARN) de la versión del modelo 
como parte del objeto Containers del modelo:

model_name = 'DEMO-modelregistry-model-' + strftime("%Y-%m-%d-%H-%M-%S", gmtime())
print("Model name : {}".format(model_name))
container_list = [{'ModelPackageName': model_version_arn}]

create_model_response = sm_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = role, 
    Containers = container_list
)
print("Model arn : {}".format(create_model_response["ModelArn"]))

2. Cree una configuración de punto de conexión llamando a create_endpoint_config. La 
configuración del punto de conexión especifica el número y el tipo de instancias de Amazon EC2 
que se van a utilizar para el punto de conexión.
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endpoint_config_name = 'DEMO-modelregistry-EndpointConfig-' + strftime("%Y-%m-%d-
%H-%M-%S", gmtime())
print(endpoint_config_name)
create_endpoint_config_response = sm_client.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name, 
    ProductionVariants=[{ 
        'InstanceType':'ml.m4.xlarge', 
        'InitialVariantWeight':1, 
        'InitialInstanceCount':1, 
        'ModelName':model_name, 
        'VariantName':'AllTraffic'}])

3. Cree el punto de conexión llamando a create_endpoint.

endpoint_name = 'DEMO-modelregistry-endpoint-' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
print("EndpointName={}".format(endpoint_name))

create_endpoint_response = sm_client.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name)
print(create_endpoint_response['EndpointArn'])

Implementar una versión del modelo desde una cuenta diferente

Puede permitir que una cuenta de AWS implemente versiones del modelo que se crearon en otra 
cuenta con la adición de una política de recursos entre cuentas. Por ejemplo, un equipo de su 
organización puede ser responsable del entrenamiento de los modelos y otro equipo se encarga 
de implementar y actualizar los modelos. Al crear estas políticas de recursos, se aplica la política al 
recurso concreto al que se quiere conceder acceso. Para obtener más información sobre las políticas 
de recursos entre cuentas en AWS, consulte Lógica de evaluación de políticas entre cuentas en la 
Guía del usuario de AWS Identity and Access Management.

Note

Debe usar una clave de KMS para cifrar la acción de configuración de los datos de salida
durante el entrenamiento para la implementación de un modelo entre cuentas.
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Para habilitar el despliegue de modelos entre cuentas SageMaker, debe proporcionar una política 
de recursos entre cuentas para el grupo de modelos que contenga las versiones de modelos que 
desea implementar, el repositorio de Amazon ECR donde reside la imagen de inferencia del grupo de 
modelos y el depósito de Amazon S3 donde se almacenan las versiones del modelo.

Para poder implementar un modelo que se creó en una cuenta diferente, debe tener un 
rol que tenga acceso a SageMaker las acciones, como un rol con la política administrada.
AmazonSageMakerFullAccess Para obtener información acerca de las políticas administradas de 
SageMaker, consulte AWSPolíticas gestionadas para Amazon SageMaker.

El siguiente ejemplo crea políticas entre cuentas para estos tres recursos y aplica las políticas a los 
recursos. En el ejemplo también se supone que has definido previamente las siguientes variables:

• bucket— El depósito de Amazon S3 donde se almacenan las versiones de los modelos.

• kms_key_id— La clave KMS utilizada para cifrar el resultado del entrenamiento.

• sm_client— Un cliente de SageMaker Boto3.

• model_package_group_name— El grupo modelo al que desea conceder acceso entre cuentas.

• model_package_group_arn— El ARN del grupo modelo al que desea conceder acceso entre 
cuentas.

import json

# The cross-account id to grant access to
cross_account_id = "123456789012"

# Create the policy for access to the ECR repository
ecr_repository_policy = { 
    'Version': '2012-10-17', 
    'Statement': [{ 
        'Sid': 'AddPerm', 
        'Effect': 'Allow', 
        'Principal': { 
            'AWS': f'arn:aws:iam::{cross_account_id}:root' 
        }, 
        'Action': ['ecr:*'] 
    }]
}

# Convert the ECR policy from JSON dict to string
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ecr_repository_policy = json.dumps(ecr_repository_policy)

# Set the new ECR policy
ecr = boto3.client('ecr')
response = ecr.set_repository_policy( 
    registryId = account, 
    repositoryName = 'decision-trees-sample', 
    policyText = ecr_repository_policy
)

# Create a policy for accessing the S3 bucket
bucket_policy = { 
    'Version': '2012-10-17', 
    'Statement': [{ 
        'Sid': 'AddPerm', 
        'Effect': 'Allow', 
        'Principal': { 
            'AWS': f'arn:aws:iam::{cross_account_id}:root' 
        }, 
        'Action': 's3:*', 
        'Resource': f'arn:aws:s3:::{bucket}/*' 
    }]
}

# Convert the policy from JSON dict to string
bucket_policy = json.dumps(bucket_policy)

# Set the new policy
s3 = boto3.client('s3')
response = s3.put_bucket_policy( 
    Bucket = bucket, 
    Policy = bucket_policy)

# Create the KMS grant for encryption in the source account to the
# Model Registry account Model Group
client = boto3.client('kms')

response = client.create_grant( 
    GranteePrincipal=cross_account_id, 
    KeyId=kms_key_id 
    Operations=[ 
        'Decrypt', 
        'GenerateDataKey', 
    ],
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)

# 3. Create a policy for access to the Model Group.
model_package_group_policy = { 
    'Version': '2012-10-17', 
    'Statement': [{ 
        'Sid': 'AddPermModelPackageGroup', 
        'Effect': 'Allow', 
        'Principal': { 
            'AWS': f'arn:aws:iam::{cross_account_id}:root' 
        }, 
        'Action': ['sagemaker:DescribeModelPackageGroup'], 
        'Resource': f'arn:aws:sagemaker:{region}:{account}:model-package-group/
{model_package_group_name}' 
    },{ 
        'Sid': 'AddPermModelPackageVersion', 
        'Effect': 'Allow', 
        'Principal': { 
            'AWS': f'arn:aws:iam::{cross_account_id}:root' 
        }, 
        'Action': ["sagemaker:DescribeModelPackage", 
                   "sagemaker:ListModelPackages", 
                   "sagemaker:UpdateModelPackage", 
                   "sagemaker:CreateModel"], 
        'Resource': f'arn:aws:sagemaker:{region}:{account}:model-package/
{model_package_group_name}/*' 
    }]
}

# Convert the policy from JSON dict to string
model_package_group_policy = json.dumps(model_package_group_policy)

# Set the policy to the Model Group
response = sm_client.put_model_package_group_policy( 
    ModelPackageGroupName = model_package_group_name, 
    ResourcePolicy = model_package_group_policy)

print('ModelPackageGroupArn : 
 {}'.format(create_model_package_group_response['ModelPackageGroupArn']))
print("First Versioned ModelPackageArn: " + model_package_arn)
print("Second Versioned ModelPackageArn: " + model_package_arn2)

print("Success! You are all set to proceed for cross-account deployment.")
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Ver el historial de implementación de un modelo

Para ver las implementaciones de una versión modelo en la consola de Amazon SageMaker Studio, 
complete los siguientes pasos en función de si utiliza Studio o Studio Classic.

Studio

Ver el historial de implementación de una versión del modelo

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, selecciona Modelos para ver una lista de tus grupos de 
modelos.

3. Seleccione la pestaña Modelos registrados, si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. En la lista de grupos de modelos, seleccione el soporte angular situado a la izquierda del 
grupo de modelos que desee ver.

6. Aparece una lista de las versiones de modelos del grupo de modelos. Si no ve la versión del 
modelo que desea eliminar, seleccione Ver todo.

7. Seleccione el nombre de la versión del modelo que desee ver.

8. Seleccione la pestaña Actividad. Las implementaciones de la versión modelo aparecen como 
eventos en la lista de actividades con un tipo de evento de ModelDeployment.

Studio Classic

Ver el historial de implementación de una versión del modelo

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. En la lista de grupos de modelos, seleccione el nombre del grupo de modelos que desee ver.

5. Aparece una nueva pestaña con una lista de las versiones del modelo del grupo de modelos.
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6. En la lista de versiones de modelo, seleccione el nombre de la versión del modelo de la que 
quiere ver los detalles.

7. En la pestaña de la versión del modelo que se abre, elija Actividad. Las implementaciones de 
la versión modelo aparecen como eventos en la lista de actividades con un tipo de evento de
ModelDeployment.

Colecciones de registro de modelos

Puede utilizar las colecciones para agrupar los modelos registrados que estén relacionados entre 
sí y organizarlos en jerarquías para mejorar la capacidad de detección de los modelos a escala. 
Con las colecciones, puede organizar los modelos registrados que están asociados entre sí.
Por ejemplo, puede clasificar sus modelos según el ámbito del problema que resuelven, como 
colecciones tituladas NLP-models, CV-models o S. peech-recognition-models Para organizar los 
modelos registrados en una estructura de árbol, puede agrupar las colecciones unas dentro de 
otras. Cualquier operación que realice en una colección, como crear, leer, actualizar o eliminar, no 
alterará los modelos registrados. Puedes usar la interfaz de usuario de Amazon SageMaker Studio o 
el Python SDK para gestionar tus colecciones.

La pestaña Colecciones del registro de modelos muestra una lista de todas las colecciones de su 
cuenta. En las siguientes secciones se describe cómo puede utilizar las opciones de la pestaña
Colecciones para hacer lo siguiente:

• Crear colecciones

• Agregar grupos de modelos a una colección

• Mover grupos de modelos entre colecciones

• Eliminar grupos de modelos o colecciones de otras colecciones

Cualquier operación que realice en sus colecciones no afectará a la integridad de los grupos de 
modelos individuales que contienen; los artefactos de los grupos de modelos subyacentes en 
Amazon S3 y Amazon ECR no se modifican.

Si bien las colecciones ofrecen una mayor flexibilidad a la hora de organizar los modelos, la 
representación interna impone algunas restricciones en cuanto al tamaño de la jerarquía. Para ver un 
resumen de estas restricciones, consulte Restricciones.

En los temas siguientes se muestra cómo crear y trabajar con colecciones en el registro de modelos.

Colecciones 5346



Amazon SageMaker Guía para desarrolladores

Temas

• Requisitos previos

• Crear una colección

• Agregar grupos de modelos a una colección

• Eliminar grupos de modelos o colecciones de una colección

• Mover un grupo de modelos entre colecciones

• Ver la colección principal de un grupo de modelos

• Restricciones

Requisitos previos

Cree una política personalizada que incluya las siguientes acciones obligatorias de los grupos de 
recursos:

• resource-groups:CreateGroup

• resource-groups:DeleteGroup

• resource-groups:GetGroupQuery

• resource-groups:ListGroupResources

• resource-groups:Tag

• tag:GetResources

Para obtener instrucciones sobre cómo agregar una política insertada, consulte Adición de permisos 
de identidad de IAM (consola). Al elegir el formato de la política, elija el formato JSON y agregue la 
siguiente política:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "resource-groups:ListGroupResources" 
            ], 
            "Resource": "*" 
        }, 
        { 
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            "Effect": "Allow", 
            "Action": [ 
                "resource-groups:GetGroupQuery" 
            ], 
            "Resource": "arn:aws:resource-groups:*:*:group/*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "resource-groups:CreateGroup", 
                "resource-groups:Tag" 
            ], 
            "Resource": "arn:aws:resource-groups:*:*:group/*", 
            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:TagKeys": "sagemaker:collection" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "resource-groups:DeleteGroup", 
            "Resource": "arn:aws:resource-groups:*:*:group/*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:collection": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "tag:GetResources", 
            "Resource": "*" 
        } 
    ]
}

Crear una colección

Puede crear una colección en la consola de SMMonarchLong;. Para crear una colección, complete 
los siguientes pasos en función de si usa Studio o Studio Classic.
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Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, elija Models (Modelos).

3. Seleccione la pestaña Modelos registrados si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, selecciona Colecciones.

5. (Opcional) Para crear una colección dentro de otra colección, navega hasta la jerarquía en la 
que quieres añadir tu colección. De lo contrario, la colección se crea en el nivel raíz.

6. En el menú desplegable Acciones de la parte superior derecha, seleccione Crear nueva 
colección.

7. Ingrese un nombre para la colección en el campo Nombre del cuadro de diálogo.

Note

Si planea crear varias jerarquías en esta colección, procure que los nombres de 
las colecciones sean cortos. La ruta absoluta, que es una cadena que representa 
la ubicación de sus colecciones desde el nivel raíz, debe tener 256 caracteres o 
menos. Para obtener más información, consulte Etiquetado de colecciones y grupos 
de modelos.

8. (Opcional) Para añadir grupos de modelos a su colección, complete los siguientes pasos:

a. Elija Seleccionar grupos de modelos.

b. Seleccione los grupos de modelos que desee añadir. Puede seleccionar un máximo 
de 10.

9. Seleccione Crear.

10. Asegúrese de que la colección se haya creado en la jerarquía actual. Si no ve la nueva 
colección de forma inmediata, seleccione Actualizar.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.
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2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. Elija la pestaña Conexiones.

5. (Opcional) Para crear una colección dentro de otra colección, navegue hasta la jerarquía en 
la que desee añadir su colección. De lo contrario, la colección se crea en el nivel raíz.

6. En el menú desplegable Acciones de la parte superior derecha, seleccione Crear nueva 
colección.

7. Ingrese un nombre para la colección en el campo Nombre del cuadro de diálogo.

Note

Si planea crear varias jerarquías en esta colección, procure que los nombres de 
las colecciones sean cortos. La ruta absoluta, que es una cadena que representa 
la ubicación de sus colecciones desde el nivel raíz, debe tener 256 caracteres o 
menos. Para obtener más información, consulte Etiquetado de colecciones y grupos 
de modelos.

8. (Opcional) Para añadir grupos de modelos a su colección, complete los siguientes pasos:

a. Elija Seleccionar grupos de modelos.

b. Seleccione los grupos de modelos que desee añadir. Puede seleccionar un máximo 
de 10.

9. Seleccione Crear.

10. Asegúrese de que la colección se haya creado en la jerarquía actual. Si no ve la nueva 
colección de forma inmediata, seleccione Actualizar.

Agregar grupos de modelos a una colección

Puede añadir grupos de modelos a una colección en la consola de Amazon SageMaker Studio. Para 
añadir grupos de modelos a una colección, complete los siguientes pasos en función de si utiliza 
Studio o Studio Classic.
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Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, elija Models (Modelos).

3. Seleccione la pestaña Modelos registrados si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Modelos, si aún no lo ha 
seleccionado.

5. Seleccione la casilla de verificación situada junto a los grupos de modelos que desee añadir. 
Puede seleccionar un máximo de 10 grupos de modelos. Si selecciona más de 10, la opción 
de interfaz de usuario para agregar grupos de modelos a una colección estará inactiva.

6. Elija los puntos suspensivos verticales situados junto a Crear y, a continuación, seleccione
Añadir a la colección.

7. Seleccione el botón de radio de la colección a la que desee añadir los grupos de modelos 
seleccionados.

8. Elija Agregar a la colección.

9. Asegúrese de que sus grupos de modelos se hayan agregado a la colección. En la columna
Colecciones de los grupos de modelos que seleccionó, debería ver el nombre de la colección 
a la que agregó los grupos de modelos.

Studio Classic

Puede agregar grupos de modelos a una colección desde la pestaña Grupos de modelos o
Colecciones.

Para agregar uno o más grupos de modelos a una colección desde la pestaña Colecciones, siga 
estos pasos:

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. Elija la pestaña Conexiones.
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5. Seleccione la colección a la que desea agregar grupos de modelos. Si la colección deseada 
no está en el nivel raíz, navegue hasta la jerarquía en la que desee agregar sus grupos de 
modelos.

6. En el menú desplegable Acciones de la parte superior derecha, seleccione Agregar grupos 
de modelos.

7. Seleccione los grupos de modelos que desee añadir. Puede seleccionar un máximo de 
10 grupos de modelos. Si selecciona más de 10, la opción de interfaz de usuario para 
agregar grupos de modelos a una colección estará inactiva.

8. Elija Agregar a la colección.

9. Asegúrese de que sus grupos de modelos se hayan agregado a la jerarquía actual. Si no ve 
inmediatamente sus nuevos grupos de modelos, elija Actualizar.

Para agregar uno o más grupos de modelos a una colección desde la pestaña Grupos de 
modelos, siga estos pasos:

1. Inicie sesión en Studio Classic. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. Elija la pestaña Grupos de modelos.

5. Seleccione los grupos de modelos que desee añadir. Puede seleccionar un máximo de 10. 
Si selecciona más de 10, la opción de interfaz de usuario para agregar grupos de modelos a 
una colección estará inactiva.

6. En el menú desplegable Acciones de la parte superior derecha, elija Agregar a la colección.

7. En el cuadro de diálogo emergente, elija la ubicación de la ruta raíz Collections. Este 
enlace a la ubicación raíz aparece encima de la tabla.

8. Navegue hasta la jerarquía que contiene su colección de destino o donde desee crear una 
nueva colección a la que agregar sus modelos.

9. (Opcional) Para añadir sus grupos de modelos a una colección existente, complete los 
siguientes pasos:

a. Seleccione la colección de destino.
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b. Elija Agregar a la colección.

10. (Opcional) Para añadir sus grupos de modelos a una nueva colección, complete los 
siguientes pasos:

a. Elija Nueva colección.

b. Ingrese un nombre para su nueva colección.

c. Seleccione Crear.

Eliminar grupos de modelos o colecciones de una colección

Al eliminar grupos o colecciones de modelos de una colección, los elimina de un grupo concreto y 
no del registro de modelos. Puede eliminar grupos de modelos de una colección en la consola de 
Amazon SageMaker Studio.

Para eliminar uno o más grupos o colecciones de modelos de una colección, complete los siguientes 
pasos en función de si utiliza Studio o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, elija Models (Modelos).

3. Seleccione la pestaña Modelos registrados si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, selecciona Colecciones.

5. Navegue hasta la colección que contiene los grupos de modelos o las colecciones que desee 
eliminar.

6. Seleccione los grupos o colecciones de modelos que desee eliminar. Puede seleccionar un 
máximo de 10. Si selecciona más de 10 grupos de modelos o colecciones, la opción de la 
interfaz de usuario para eliminarlos estará inactiva.

Important

No puede seleccionar simultáneamente grupos de modelos y colecciones para 
eliminarlos. Para eliminar tanto los grupos de modelos como las colecciones, elimine 
primero los grupos de modelos y, a continuación, las colecciones.
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Important

No puede eliminar colecciones que no estén vacías. Para eliminar una colección que 
no esté vacía, primero elimine su contenido.

7. En el menú desplegable Acciones de la parte superior derecha, selecciona Eliminar 
X elementos de la colección (donde X es el número de grupos de modelos que has 
seleccionado).

8. Confirme que desea eliminar los grupos de modelos seleccionados.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. Elija la pestaña Conexiones.

5. Navegue hasta la colección que contiene los grupos de modelos o las colecciones que desee 
eliminar.

6. Seleccione los grupos o colecciones de modelos que desee eliminar. Puede seleccionar un 
máximo de 10. Si selecciona más de 10 grupos de modelos o colecciones, la opción de la 
interfaz de usuario para eliminarlos estará inactiva.

Important

No puede seleccionar simultáneamente grupos de modelos y colecciones para 
eliminarlos. Para eliminar tanto los grupos de modelos como las colecciones, elimine 
primero los grupos de modelos y, a continuación, las colecciones.

Colecciones 5354

https://docs.aws.amazon.com/sagemaker/latest/dg/studio-launch.html


Amazon SageMaker Guía para desarrolladores

Important

No puede eliminar colecciones que no estén vacías. Para eliminar una colección que 
no esté vacía, primero elimine su contenido.

7. En el menú desplegable Acciones de la parte superior derecha, seleccione Eliminar 
X elementos de la colección (donde X es el número de grupos de modelos que ha 
seleccionado).

8. Confirme que desea eliminar los grupos de modelos seleccionados.

Mover un grupo de modelos entre colecciones

Puede mover uno o más grupos de modelos de una colección a otra en la consola de Amazon 
SageMaker Studio.

Para mover grupos de modelos, complete los siguientes pasos en función de si usa Studio o Studio 
Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, elija Models (Modelos).

3. Seleccione la pestaña Modelos registrados si aún no la ha seleccionado.

4. Justo debajo de la etiqueta de la pestaña Modelos registrados, selecciona Colecciones.

5. Navegue hasta la colección que contiene los grupos de modelos que desea mover.

6. Seleccione los grupos de modelos que desee mover. Puede seleccionar un máximo de 10. 
Si selecciona más de 10, la opción de interfaz de usuario para mover los grupos de modelos 
estará inactiva.

7. En el menú desplegable Acciones de la parte superior derecha, elija Mover a.

8. En el cuadro de diálogo, elija la ubicación de la ruta raíz Collections. Este enlace a la 
ubicación raíz aparece encima de la tabla.

9. Navegue hasta la jerarquía que contiene su colección de destino.

10. Seleccione la colección de destino en la tabla.
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11. Seleccione Mover aquí.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. Elija la pestaña Conexiones.

5. Navegue hasta la colección que contiene los grupos de modelos que desea mover.

6. Seleccione los grupos de modelos que desee mover. Puede seleccionar un máximo de 10. 
Si selecciona más de 10, la opción de interfaz de usuario para mover los grupos de modelos 
estará inactiva.

7. En el menú desplegable Acciones de la parte superior derecha, elija Mover a.

8. En el cuadro de diálogo, elija la ubicación de la ruta raíz Collections. Este enlace a la 
ubicación raíz aparece encima de la tabla.

9. Navegue hasta la jerarquía que contiene su colección de destino.

10. Seleccione la colección de destino en la tabla.

11. Seleccione Mover aquí.

Ver la colección principal de un grupo de modelos

Puede ver las colecciones que contienen un grupo de modelos concreto en la consola de Amazon 
SageMaker Studio.

Para ver las colecciones que contienen un grupo de modelos concreto, complete los siguientes 
pasos en función de si utiliza Studio o Studio Classic.

Studio

1. Abre la consola de SageMaker Studio siguiendo las instrucciones de Launch Amazon 
SageMaker Studio.

2. En el panel de navegación izquierdo, elija Models (Modelos).

3. Seleccione la pestaña Modelos registrados si aún no la ha seleccionado.
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4. Justo debajo de la etiqueta de la pestaña Modelos registrados, elija Grupos de modelos, si 
aún no lo ha seleccionado.

5. Consulte la columna Colección de el grupo de modelos, que muestra el nombre de la 
colección que contiene este grupo de modelos. Si varias colecciones contienen este grupo 
de modelos, seleccione la entrada de la columna Colección para que aparezca una ventana 
emergente con una lista de las colecciones que contienen este grupo de modelos.

Studio Classic

1. Inicia sesión en Amazon SageMaker Studio Classic. Para obtener más información, consulte
Lanzamiento de Amazon SageMaker Studio Classic.

2. En el panel de navegación izquierdo, elija el icono de Inicio

( ).

3. Elija Modelos y, a continuación, Registro de modelos.

4. Elija la pestaña Grupos de modelos.

5. Busque su grupo de modelos en la tabla.

6. Consulte la columna Colección de el grupo de modelos, que muestra el nombre de la 
colección que contiene este grupo de modelos. Si varias colecciones contienen este grupo 
de modelos, seleccione la entrada de la columna Colección para que aparezca una ventana 
emergente con una lista de las colecciones que contienen este grupo de modelos.

Restricciones

Al usar Colecciones, es posible que tenga problemas relacionados con las restricciones de longitud 
de las etiquetas o los límites de velocidad para las operaciones de colección. Revise la siguiente lista 
de advertencias para evitar problemas relacionados con estas limitaciones cuando trabaje con sus 
colecciones.

Restricciones de VPC

• Las colecciones no se admiten en el modo VPC.

Restricciones de la operación de colección

• Puede agregar un máximo de 10 grupos de modelos a una colección a la vez.
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• Puede eliminar un máximo de 10 grupos de modelos de una colección a la vez.

• Puede mover un máximo de 10 grupos de modelos de una colección a otra a la vez.

• No puede eliminar una colección a menos que esté vacía.

• Un grupo de modelos puede pertenecer a varias colecciones, pero una colección solo puede 
pertenecer a una colección.

Restricciones relacionadas con las etiquetas

• Un grupo de modelos puede pertenecer a un máximo de 48 colecciones. Para obtener más 
detalles, consulte la siguiente sección Etiquetado de colecciones y grupos de modelos.

• La ruta absoluta de una colección puede tener una longitud máxima de 256 caracteres. Como 
los nombres de las colecciones los especifica el usuario, puede controlar la longitud de la ruta. 
Para obtener más detalles, consulte la siguiente sección Etiquetado de colecciones y grupos de 
modelos.

Etiquetado de colecciones y grupos de modelos

El registro de SageMaker modelos utiliza etiquetas y reglas de etiquetas para representar 
internamente las agrupaciones y jerarquías de su colección. Puede acceder a estos elementos de 
etiqueta en el AWS Resource Access Manager SageMaker SDK y en elAWS CLI, pero es importante 
que no los modifique ni elimine.

Important

No elimine ni modifique ninguna regla de etiquetas ni ninguna etiqueta que pertenezca a sus 
colecciones o grupos de modelos. ¡Si lo hace, no podrá realizar operaciones de colección!

Una regla de etiqueta es un par clave-valor que se SageMaker utiliza para identificar la ubicación 
de una colección en la jerarquía. En resumen, la clave es la clave de la colección principal y el valor 
es la ruta de la colección dentro de la jerarquía. SageMaker permite que los valores de las etiquetas 
tengan 256 caracteres o menos, por lo que si tiene varias jerarquías anidadas, se recomienda que 
los nombres de las colecciones sean breves.
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Important

Mantenga los nombres de sus colecciones cortos. La ruta absoluta a cualquier colección 
debe tener 256 caracteres o menos.

Los grupos de modelos, por otro lado, no tienen reglas de etiquetas, pero usan etiquetas. Las 
etiquetas de un grupo de modelos incluyen las reglas de etiquetas de todas las colecciones que 
contienen el grupo de modelos. Por ejemplo, si cuatro colecciones contienen model-group-1, model-
group-1 tiene cuatro etiquetas. SageMaker permite que un único AWS recurso tenga un máximo de 
50 etiquetas. Como dos están preasignadas para fines generales, un grupo de modelos puede tener 
un máximo de 48 etiquetas. En conclusión, un grupo de modelos puede pertenecer a un máximo de 
48 colecciones.

Preguntas frecuentes sobre Amazon SageMaker Model Registry

Utilice las siguientes preguntas frecuentes para encontrar respuestas a las preguntas más frecuentes 
sobre SageMaker Model Registry.

P: ¿Cómo debo organizar mis modelos en grupos de modelos y paquetes de modelos en el Registro 
de SageMaker modelos?

Un paquete de modelos es el modelo real que está registrado en el registro de modelos como una 
entidad con control de versiones. Tenga en cuenta que hay dos formas de utilizar los paquetes 
de modelos SageMaker. Una es con SageMakerMarketplace: estos paquetes modelo no están 
versionados. El otro es con el registro de SageMaker modelos, en el que se debe versionar el 
paquete del modelo. El registro de modelos recibe cada modelo nuevo que se reentrena, le da una 
versión y lo asigna a un grupo de modelos dentro del registro de modelos. En la siguiente imagen se 
muestra un ejemplo de un grupo de modelos con 25 modelos con versiones consecutivas.
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P: ¿En qué se diferencia el registro de SageMaker modelos del Amazon Elastic Container Registry 
(Amazon ECR)?

El registro de SageMaker modelos es un almacén de metadatos para sus modelos de aprendizaje 
automático. Amazon Elastic Container Registry es un repositorio que almacena todos sus 
contenedores. En el registro de modelos, los modelos tienen control de versiones y se registran 
como paquetes de modelos dentro de los grupos de modelos. Cada paquete de modelos contiene un 
URI de Amazon S3 para los archivos de modelo asociados al modelo entrenado y un URI de Amazon 
ECR que apunta al contenedor utilizado al atender el modelo.

P: ¿Cómo puedo etiquetar los paquetes de modelos en el Registro de SageMaker modelos?

Los paquetes de modelos del Registro de SageMaker modelos no admiten etiquetas; se 
trata de paquetes de modelos versionados. En cambio, puede agregar pares clave-valor con
CustomerMetadataProperties. Los grupos de paquetes de modelos del registro de modelos 
admiten el etiquetado.
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Despliegue del modelo en SageMaker

Una vez que haya entrenado y aprobado un modelo para su producción, utilícelo SageMaker para 
implementarlo en un punto final para realizar inferencias en tiempo real. SageMaker proporciona 
varias opciones de inferencia para que pueda elegir la que mejor se adapte a su carga de trabajo. 
También puede configurar su punto de conexión eligiendo el tipo de instancia y la cantidad de 
instancias que necesita para un rendimiento óptimo. Para obtener información acerca de la 
implementación de modelos, consulte Implementar modelos para inferencia.

Después de implementar los modelos en producción, es posible que desee explorar formas de 
optimizar aún más el rendimiento de los modelos y, al mismo tiempo, mantener la disponibilidad de 
los modelos actuales. Por ejemplo, puede configurar una prueba paralela para probar un modelo o 
infraestructura de servicio de modelos diferente antes de comprometerse con el cambio. SageMaker 
despliega el nuevo modelo, contenedor o instancia en modo oculto y le envía una copia de las 
solicitudes de inferencia en tiempo real dentro del mismo punto final. Puede registrar las respuestas 
de la variante de sombra para compararlas. Para obtener más información sobre las pruebas de 
sombra, consulte Pruebas de sombra. Si decide cambiar de modelo, las barreras de protección de la 
implementación le ayudarán a controlar el cambio del modelo actual a uno nuevo. Puede seleccionar 
métodos como la prueba azul/verde o la prueba de valor controlado del proceso de cambio de tráfico 
para mantener un control pormenorizado durante la actualización. Para obtener más información 
acerca de las barreras de protección de la implementación, consulte Actualizar los modelos en 
producción.

SageMaker Monitor de modelo

Una vez que un modelo esté en producción, puede supervisar su rendimiento en tiempo real con 
Amazon SageMaker Model Monitor. El monitor de modelos le ayuda a mantener la calidad del 
modelo al detectar infracciones de los umbrales definidos por el usuario en cuanto a la calidad 
de los datos, la calidad del modelo, la desviación de sesgo y la desviación de la atribución de 
características. Además, puede configurar alertas para poder solucionar las infracciones a medida 
que se produzcan e iniciar rápidamente el reentrenamiento. Model Monitor está integrado con 
SageMaker Clarify para mejorar la visibilidad de posibles sesgos.

Para obtener más información sobre SageMaker Model Monitor, consulteSupervisión de la calidad de 
los datos y los modelos.
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Automatice los MLOP con proyectos SageMaker

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección trata 
específicamente del uso de la aplicación Studio Classic. Para obtener información sobre el 
uso de la experiencia de Studio actualizada, consulteAmazon SageMaker Studio.

Cree soluciones de aprendizaje end-to-end automático con CI/CD mediante SageMaker proyectos.

Utilice SageMaker los proyectos para crear una solución MLOps para organizar y gestionar:

• Creación de imágenes personalizadas para su procesamiento, entrenamiento e inferencia

• Preparación de datos e ingeniería de características

• Entrenamiento de modelos

• Evaluación de modelos

• Implementación de modelos

• Supervisión y actualización de modelos

Temas

• ¿Qué es un proyecto? SageMaker

• SageMaker Se requieren permisos de Studio para usar los proyectos

• Creación de un proyecto MLOps con Amazon Studio Classic SageMaker

• Plantillas de proyectos de MLOps

• Ver los recursos del proyecto

• Actualización de un proyecto MLOps en Amazon Studio Classic SageMaker

• Eliminar un proyecto de MLOps con Amazon Studio Classic SageMaker

• SageMaker Tutorial del proyecto MLOps

• SageMaker Tutorial del proyecto MLOps con Git Repos de terceros
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¿Qué es un proyecto? SageMaker

SageMaker Los proyectos ayudan a las organizaciones a configurar y estandarizar los entornos de 
desarrollo para los científicos de datos y los sistemas de CI/CD para los ingenieros de MLOps. Los 
proyectos también ayudan a las organizaciones a configurar la administración de dependencias, la 
administración de los repositorios de código, la creación de reproductibilidad y el uso compartido de 
artefactos.

Puede aprovisionar SageMaker proyectos desde el AWS Service Catalog mediante plantillas 
SageMaker personalizadas o proporcionadas. Para obtener información sobre el AWS Service 
Catalog, consulte What Is AWS Service Catalog. Con SageMaker Projects, los ingenieros de MLOps 
y los administradores de la organización pueden definir sus propias plantillas o utilizar las plantillas 
proporcionadas. SageMaker Las plantillas SageMaker proporcionadas impulsan el flujo de trabajo 
del aprendizaje automático con el control de las versiones de código fuente, flujos de aprendizaje 
automático automatizados y un conjunto de códigos para empezar a iterar rápidamente sobre los 
casos de uso del aprendizaje automático.

¿Cuándo deberías usar un proyecto? SageMaker

Si bien las libretas son útiles para la creación de modelos y la experimentación, un equipo de 
científicos de datos e ingenieros de ML que comparten código necesita una forma más escalable de 
mantener la coherencia del código y un control estricto de las versiones.

Cada organización tiene su propio conjunto de normas y prácticas que proporcionan seguridad y 
gobernanza a su AWS entorno. SageMaker proporciona un conjunto de plantillas propias para las 
organizaciones que desean empezar rápidamente a utilizar los flujos de trabajo de aprendizaje 
automático y la CI/CD. Las plantillas incluyen proyectos que utilizan servicios nativos de AWS para 
la CI/CD, como AWS CodeBuild, AWS CodePipeline y AWS CodeCommit. Las plantillas también 
ofrecen la opción de crear proyectos que utilicen herramientas de terceros, como Jenkins y. GitHub 
Para obtener una lista de las plantillas de proyectos que se SageMaker proporcionan, consulteUtilice 
las SageMaker plantillas de proyecto proporcionadas.

Las organizaciones a menudo necesitan un control estricto de los recursos de MLOps que 
aprovisionan y administran. Esta responsabilidad implica ciertas tareas, como la configuración de 
las funciones y políticas de IAM, la aplicación de etiquetas de recursos, la aplicación del cifrado y 
la disociación de los recursos entre varias cuentas. SageMaker Los proyectos pueden respaldar 
todas estas tareas mediante ofertas de plantillas personalizadas, en las que las organizaciones 
utilizan AWS CloudFormation plantillas para definir los recursos necesarios para un flujo de trabajo 
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de aprendizaje automático. Los científicos de datos pueden elegir una plantilla para iniciar y 
preconfigurar su flujo de trabajo de ML. Estas plantillas personalizadas se crean como productos de 
Service Catalog y puede aprovisionarlas en la interfaz de usuario de Studio Classic, en Plantillas de 
organización. Service Catalog es un servicio que ayuda a las organizaciones a crear y administrar 
catálogos de productos aprobados para su uso en AWS. Para obtener más información sobre la 
creación de plantillas personalizadas, consulte Creación de plantillas de SageMaker proyectos 
personalizadas: prácticas recomendadas.

SageMaker Los proyectos pueden ayudarte a gestionar tus repositorios de Git para que puedas 
colaborar de forma más eficiente entre los equipos, garantizar la coherencia del código y admitir la 
CI/CD. SageMaker Los proyectos pueden ayudarte con las siguientes tareas:

• Organizar todas las entidades del ciclo de vida de ML en un solo proyecto.

• Establecer un enfoque con un solo clic para configurar una infraestructura de ML estándar para el 
entrenamiento y la implementación de modelos que incorporen las mejores prácticas.

• Crear y compartir plantillas para que la infraestructura de ML sirva para varios casos de uso.

• Aproveche las plantillas prediseñadas que se SageMaker proporcionan para empezar a centrarse 
rápidamente en la creación de modelos o cree plantillas personalizadas con recursos y directrices 
específicos de la organización.

• Integrarse con las herramientas que prefiera ampliando las plantillas del proyecto. Para ver un 
ejemplo, consulte Crear un SageMaker proyecto para integrarlo con y Pipelines. GitLab GitLab

• Organizar todas las entidades del ciclo de vida de ML en un solo proyecto.

¿Qué hay en un SageMaker proyecto?

Los clientes tienen la flexibilidad de configurar sus proyectos con los recursos que mejor se adapten 
a su caso de uso. El siguiente ejemplo muestra la configuración de MLOps para un flujo de trabajo de 
ML, incluido el entrenamiento y la implementación del modelo.
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Un proyecto típico con una plantilla SageMaker proporcionada puede incluir lo siguiente:

• Uno o más repositorios con código de muestra para crear e implementar soluciones de ML. Estos 
son ejemplos prácticos que puede clonar localmente y modificar según sus necesidades. Usted es 
el propietario de este código y puede aprovechar los repositorios con control de versiones para sus 
tareas.

• Una SageMaker canalización que define los pasos para la preparación de los datos, el 
entrenamiento, la evaluación y la implementación del modelo, como se muestra en el siguiente 
diagrama.
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• Una canalización CodePipeline o una canalización de Jenkins que ejecuta tu SageMaker 
canalización cada vez que ingresas una nueva versión del código. Para obtener más información 
CodePipeline, consulta Qué es AWS CodePipeline. Para obtener información sobre Jenkins, 
consulte la documentación del usuario de Jenkins.

• Un grupo de modelos que contiene versiones de modelos. Cada vez que apruebe la versión 
del modelo resultante de una SageMaker ejecución en proceso, podrá implementarla en un 
SageMaker punto final.

Cada SageMaker proyecto tiene un nombre y un identificador únicos que se aplican como etiquetas a 
todos SageMaker los AWS recursos creados en el proyecto. Con el nombre y el ID, puede ver todas 
las entidades asociadas a su proyecto. Entre ellos se incluyen:

• Canalizaciones

• Modelos registrados

• Modelos implementados (puntos de conexión)

• Conjuntos de datos

• Productos de Service Catalog

• CodePipeline y las canalizaciones de Jenkins

• CodeCommit y repositorios Git de terceros
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¿Necesito crear un proyecto para usar SageMaker Pipelines?

¡No!. SageMaker Los oleoductos son entidades independientes, al igual que los trabajos de 
capacitación, los trabajos de procesamiento y otros SageMaker trabajos. Puede crear, actualizar y 
ejecutar canalizaciones directamente en un bloc de notas mediante el SDK de SageMaker Python sin 
necesidad de utilizar un SageMaker proyecto.

Los proyectos proporcionan una capa adicional que le ayuda a organizar el código y a adoptar las 
mejores prácticas operativas que necesita para un sistema con calidad de producción.

SageMaker Se requieren permisos de Studio para usar los proyectos

Los usuarios pueden ver las plantillas de proyectos SageMaker proporcionadas y crear proyectos 
con esas plantillas al conceder permisos de Projects a los usuarios. Puedes conceder estos 
permisos al incorporar o actualizar Amazon SageMaker Studio Classic. Hay dos permisos que puede 
conceder.

1. Otorgue permisos de Projects al administrador de Studio Classic para permitir que el 
administrador de Studio Classic vea las plantillas SageMaker proporcionadas en la consola de 
Service Catalog. El administrador puede ver lo que crean otros usuarios de Studio Classic si les 
concedes permiso para usar SageMaker proyectos. El administrador también puede ver la AWS 
CloudFormation plantilla que definen las plantillas SageMaker de proyecto proporcionadas en 
la consola de Service Catalog. Para obtener información sobre el uso de la consola de Service 
Catalog, consulte What Is Service Catalog en la Guía del usuario de Service Catalog.

2. Permita que los usuarios de Studio Classic que estén configurados utilicen la misma función 
de ejecución que el dominio para crear proyectos. Esto otorga a los usuarios de Studio Classic 
permiso para usar las plantillas de proyecto SageMaker proporcionadas para crear un proyecto 
desde Studio Classic.

Important

No cree los roles manualmente. Cree siempre roles a través de la configuración de Studio 
Classic siguiendo los pasos que se describen en el siguiente procedimiento.

Para los usuarios que utilizan cualquier rol distinto del rol de ejecución del dominio para ver y usar las 
plantillas SageMaker de proyecto proporcionadas, es necesario conceder permisos de Projects a los 
perfiles de usuario individuales.

SageMaker Se requieren permisos de Studio para usar los proyectos 5367

https://docs.aws.amazon.com/servicecatalog/latest/adminguide/introduction.html


Amazon SageMaker Guía para desarrolladores

Los siguientes procedimientos muestran cómo conceder permisos a Projects después de iniciar 
sesión en Studio Classic. Para obtener más información sobre la incorporación a Studio Classic, 
consulteDescripción general SageMaker de Amazon Domain.

Para conceder permisos de Proyectos para los usuarios del rol de administrador y de ejecución de 
dominios

1. Abra la consola de SageMaker .

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Dominios.

4. Seleccione Crear dominio.

5. Si eliges Configuración rápida para configurar tu SageMaker dominio, tienes permisos para usar 
plantillas de proyectos de forma predeterminada.

6. Si eliges la configuración estándar para configurar tu SageMaker dominio, asegúrate de activar 
las siguientes opciones al configurar los ajustes de Studio Classic:

• Habilita las plantillas de SageMaker proyectos de Amazon y Amazon SageMaker JumpStart 
para esta cuenta

• Habilita las plantillas de SageMaker proyectos de Amazon y los usuarios de Amazon 
SageMaker JumpStart for Studio Classic

7. Para confirmar que tu SageMaker dominio tiene permisos de plantilla de proyecto activos:

a. Abra la consola de SageMaker .

b. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

c. En Configuraciones de administración, elija Dominios.

d. Seleccione su dominio.

e. Elija la pestaña Configuración del dominio.

f. En SageMaker Proyectos y JumpStart, asegúrate de que estén activadas las siguientes 
opciones:

• Habilita las plantillas de SageMaker proyectos de Amazon y Amazon SageMaker 
JumpStart para esta cuenta

• Habilita las plantillas de SageMaker proyectos de Amazon y los usuarios de Amazon 
SageMaker JumpStart for Studio Classic

8. Para ver una lista de sus roles:
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a. Abra la consola de SageMaker .

b. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

c. En Configuraciones de administración, elija Dominios.

d. Seleccione su dominio.

e. Elija la pestaña Configuración del dominio.

f. Aparece una lista de roles junto a la tarjeta Apps situada debajo de la pestaña Studio.

Important

Desde el 25 de julio, son necesarios roles adicionales para usar las plantillas de 
proyectos. Esta es la lista completa de roles que debería ver en Projects:
AmazonSageMakerServiceCatalogProductsLaunchRole
AmazonSageMakerServiceCatalogProductsUseRole
AmazonSageMakerServiceCatalogProductsApiGatewayRole
AmazonSageMakerServiceCatalogProductsCloudformationRole
AmazonSageMakerServiceCatalogProductsCodeBuildRole
AmazonSageMakerServiceCatalogProductsCodePipelineRole
AmazonSageMakerServiceCatalogProductsEventsRole
AmazonSageMakerServiceCatalogProductsFirehoseRole
AmazonSageMakerServiceCatalogProductsGlueRole
AmazonSageMakerServiceCatalogProductsLambdaRole
AmazonSageMakerServiceCatalogProductsExecutionRole
Para obtener una descripción de estos roles, consulte AWSPolíticas gestionadas 
para SageMaker proyectos y JumpStart.

Creación de un proyecto MLOps con Amazon Studio Classic SageMaker

Este procedimiento muestra cómo crear un proyecto MLOps con Amazon SageMaker Studio Classic.

Requisitos previos 

• Una cuenta de IAM o un centro de identidad de IAM para iniciar sesión en Studio Classic. Para 
obtener más información, consulte Descripción general SageMaker de Amazon Domain.

• Permiso para usar las plantillas SageMaker de proyecto proporcionadas. Para obtener más 
información, consulte SageMaker Se requieren permisos de Studio para usar los proyectos.
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• Familiaridad básica con la interfaz de usuario de Studio Classic. Para obtener más información, 
consulte Descripción general de la interfaz de usuario clásica de Amazon SageMaker Studio.

Para crear un proyecto en Studio Classic

1. Inicie sesión en Studio Classic. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.

2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

4. Elija Crear proyecto.

Se abre la pestaña Crear proyecto y muestra una lista de las plantillas disponibles.

5. Si aún no lo ha seleccionado, elija SageMaker plantillas. Para obtener más información acerca 
de las plantillas de proyectos, consulte Plantillas de proyectos de MLOps.

6. Elija Plantilla de MLOps para la creación, el entrenamiento y la implementación de modelos.

7. Elija Seleccionar plantilla de proyecto.

La pestaña Crear proyecto cambia para mostrar Detalles del proyecto.

8. Introduzca la información siguiente:

• En Detalles del proyecto, escriba un nombre y la descripción del proyecto.

• De manera opcional, agregue etiquetas, que son pares clave-valor que puede utilizar para 
realizar un seguimiento de los proyectos.

9. Elija Crear proyecto y espere a que el proyecto aparezca en la lista Proyectos.

Plantillas de proyectos de MLOps

Una plantilla de SageMaker proyecto de Amazon automatiza la configuración e implementación de 
MLOP para sus proyectos. Una plantilla de SageMaker proyecto es un producto de Service Catalog 
que se SageMaker pone a disposición de los usuarios de Amazon SageMaker Studio Classic. Estos 
productos de Service Catalog están visibles en la consola de Service Catalog después de activar los 
permisos al incorporar o actualizar Amazon SageMaker Studio Classic. Para obtener información 
sobre cómo habilitar los permisos para usar plantillas de SageMaker proyectos, consulteSageMaker 
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Se requieren permisos de Studio para usar los proyectos. Utilice plantillas de SageMaker proyecto 
para crear un proyecto que sea una solución end-to-end MLOps.

Si es administrador, puede crear plantillas de proyecto personalizadas desde cero o modificar una 
de las plantillas de proyecto que proporciona. SageMaker Los usuarios de Studio Classic de su 
organización pueden usar estas plantillas de proyectos personalizadas para crear sus proyectos.

Temas

• Utilice las SageMaker plantillas de proyecto proporcionadas

• Creación de plantillas de proyectos personalizadas

Utilice las SageMaker plantillas de proyecto proporcionadas

Amazon SageMaker proporciona plantillas de proyectos que crean la infraestructura que necesita 
para crear una solución MLOps para la integración y el despliegue continuos (CI/CD) de modelos de 
aprendizaje automático. Utilice estas plantillas para procesar datos, extraer características, entrenar 
y probar modelos, registrar los modelos en el registro de modelos e implementar los SageMaker 
modelos con fines de inferencia. Puede personalizar el código inicial y los archivos de configuración 
para adaptarlos a sus necesidades.

Important

Desde el 25 de julio de 2022, son necesarios roles adicionales para usar las plantillas 
de proyectos. Para obtener una lista completa de los roles obligatorios e instrucciones 
sobre cómo crearlos, consulte SageMaker Se requieren permisos de Studio para 
usar los proyectos. Si no tiene los nuevos roles, recibirá el mensaje de error No 
CodePipeline está autorizado a desempeñar AssumeRole el rol arn:aws:iam: 
AmazonSageMakerServiceCatalogProductsCode PipelineRole :xxx:role/service-role/ cuando 
intente crear un nuevo proyecto y no pueda continuar.

SageMaker Las plantillas de proyectos le ofrecen las siguientes opciones de repositorios de código, 
herramientas de automatización del flujo de trabajo y etapas del proceso:

• Repositorio de código: AWS CodeCommit o repositorios Git de terceros, como GitHub Bitbucket

• Automatización del flujo de trabajo de CI/CD: AWS CodePipeline o Jenkins
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• Etapas de canalización: creación y entrenamiento del modelo, implementación del modelo o 
ambas

La siguiente discusión proporciona una descripción general de cada plantilla que puedes elegir 
al crear tu SageMaker proyecto. También puede ver las plantillas disponibles en Studio Classic 
siguiendo el paso 1: Crear el proyecto del tutorial del proyecto.

Para step-by-step obtener instrucciones sobre cómo crear un proyecto real, puedes seguir uno de los 
tutoriales del proyecto:

• Si quiere usar la plantilla Plantilla de MLOps para la creación, el entrenamiento y la 
implementación de modelos, consulte SageMaker Tutorial del proyecto MLOps.

• Si quiere usar la plantilla Plantilla MLOps para la creación, el entrenamiento y el despliegue de 
modelos con repositorios Git de terceros mediante CodePipeline, consulte SageMaker Tutorial del 
proyecto MLOps con Git Repos de terceros.

• Si quieres usar la plantillaPlantilla de MLOps para la compilación, el entrenamiento y la 
implementación de modelos con repositorios Git de terceros mediante Jenkins, consulta Crear 
SageMaker proyectos de Amazon con control de código fuente de terceros y Jenkins.

Temas

• Plantilla de MLOps para la creación, el entrenamiento y la implementación de modelos

• Plantilla MLOps para creación de modelos, formación, implementación y Amazon SageMaker 
Model Monitor

• Plantilla de MLOps para la creación de imágenes, la creación de modelos y la implementación de 
modelos

• Plantilla MLOps para la creación, el entrenamiento y el despliegue de modelos con repositorios Git 
de terceros mediante CodePipeline

• Plantilla de MLOps para la compilación, el entrenamiento y la implementación de modelos con 
repositorios Git de terceros mediante Jenkins

• Implementación de modelos para Salesforce

• Actualiza SageMaker los proyectos para usar repositorios Git de terceros
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Plantilla de MLOps para la creación, el entrenamiento y la implementación de modelos

Esta plantilla es una combinación de las dos plantillas siguientes, cada una de las cuales se puede 
utilizar de forma independiente, y contiene todos los recursos que se proporcionan en esas plantillas.

• Repositorio de código: AWS CodeCommit

• Automatización del flujo de trabajo de CI/CD: AWS CodePipeline

Plantilla de MLOps para la creación y el entrenamiento de modelos

Utilice esta plantilla cuando desee que una solución MLOps procese datos, extraiga 
características, entrene y pruebe modelos y registre los modelos en el registro de SageMaker 
modelos.

Esta plantilla proporciona los siguientes recursos:

• Un AWS CodeCommit repositorio que contiene código de ejemplo que crea una SageMaker 
canalización de Amazon en código Python y muestra cómo crear y actualizar la SageMaker 
canalización. Este repositorio también tiene un ejemplo de bloc de notas de Python que puede 
abrir y ejecutar en Studio Classic.

• Una canalización de AWS CodePipeline que incluye los pasos de código fuente y compilación. 
El paso de origen apunta al CodeCommit repositorio. El paso de compilación obtiene el 
código de ese repositorio, crea y actualiza la SageMaker canalización, inicia la ejecución de la 
canalización y espera a que se complete la ejecución de la canalización.

• Se ejecuta un depósito de Amazon S3 para almacenar los artefactos, incluidos CodeBuild los 
artefactos CodePipeline y cualquier artefacto generado a partir de la SageMaker canalización.

El siguiente diagrama ilustra el flujo de trabajo y los recursos de AWS que utiliza esta plantilla 
para ayudarle a crear y entrenar sus modelos.

Plantillas 5373



Amazon SageMaker Guía para desarrolladores

Plantilla de MLOps para la implementación de modelos

Utilice esta plantilla para automatizar la implementación de los modelos del registro de modelos 
en los SageMaker SageMaker puntos finales para realizar inferencias en tiempo real. Esta 
plantilla reconoce los cambios en el registro de modelos. Cuando se registra y aprueba una 
nueva versión del modelo, se inicia automáticamente una implementación.

La plantilla proporciona un CodeCommit repositorio con archivos de configuración para 
especificar los pasos de despliegue del modelo, AWS CloudFormation plantillas para definir los 
puntos finales como infraestructura y un código base para probar los puntos finales.

Esta plantilla proporciona los siguientes recursos:

• Un repositorio de AWS CodeCommit que contiene código de muestra que implementa modelos 
en los puntos de conexión de los entornos de ensayo y producción.

• Una AWS CodePipeline canalización que incluye el origen, la compilación y deploy-to-
production los pasos. deploy-to-staging El paso de origen apunta al CodeCommit repositorio 
y el paso de compilación obtiene el código de ese repositorio y genera CloudFormation pilas 
para su implementación. Los deploy-to-production pasos deploy-to-staging y despliegan las 
CloudFormation pilas en sus entornos respectivos. Hay un paso de aprobación manual entre 
los pasos de ensayo y producción, de modo que un ingeniero de MLOps tiene que aprobar el 
modelo antes de implementarlo en producción.
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También hay un paso de aprobación programática con pruebas preliminares en el código de 
ejemplo del repositorio. CodeCommit Puede agregar pruebas adicionales para reemplazar las 
pruebas de marcadores de posición.

• Se ejecuta un depósito de Amazon S3 para almacenar los artefactos, incluidos CodeBuild los 
artefactos CodePipeline y cualquier artefacto generado a partir de la SageMaker canalización.

• Un CloudWatch evento para iniciar la canalización cuando se aprueba o rechaza una versión 
de un paquete modelo.

El siguiente diagrama ilustra el flujo de trabajo y los recursos de AWS que utiliza esta plantilla 
para ayudarle a implementar sus modelos.

Como se mencionó anteriormente, consulte el Tutorial del proyecto para ver una demostración en la 
que se usa esta plantilla para crear un proyecto real.

Plantilla MLOps para creación de modelos, formación, implementación y Amazon SageMaker Model 
Monitor

Esta plantilla es una extensión de la plantilla de MLOps para la creación, el entrenamiento y la 
implementación de modelos. Incluye los componentes de creación, formación e implementación del 
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modelo de la plantilla, así como una plantilla adicional de Amazon SageMaker Model Monitor que 
proporciona los siguientes tipos de supervisión:

• Calidad de los datos: supervise los cambios en la calidad de los datos.

• Calidad del modelo: supervise los cambios en las métricas de calidad del modelo, como la 
precisión.

• Desviación de sesgo de los modelos en producción: supervise el sesgo en las predicciones de un 
modelo.

• Repositorio de código: AWS CodeCommit

• Automatización del flujo de trabajo de CI/CD: AWS CodePipeline

Plantilla MLOps para Amazon SageMaker Model Monitor

Puede usar esta plantilla para una solución MLOps para implementar uno o más de los monitores de 
calidad de SageMaker datos, calidad del modelo, sesgo del modelo y explicabilidad del modelo de 
Amazon para monitorear un modelo implementado en un punto final de inferencia. SageMaker

Esta plantilla proporciona los siguientes recursos:

• Un AWS CodeCommit repositorio que contiene código Python de muestra que obtiene las líneas 
base utilizadas por los monitores del registro de SageMaker modelos y actualiza los parámetros de 
la plantilla para los entornos de ensayo y producción. También contiene una AWS CloudFormation 
plantilla para crear los Amazon SageMaker Model Monitors.

• Una AWS CodePipeline canalización que incluye los pasos de origen, compilación e 
implementación. El paso de origen apunta al CodePipeline repositorio. El paso de compilación 
obtiene el código de ese repositorio, obtiene la referencia del registro de modelos y actualiza los 
parámetros de la plantilla para los entornos de ensayo y producción. Los pasos de implementación 
implementan los monitores configurados en los entornos de ensayo y producción. El paso de 
aprobación manual, dentro de la DeployStaging etapa, requiere que verifique que el SageMaker 
punto final de producción se encuentra en buen estado InService antes de aprobarlo y pasar a 
la DeployProd etapa.

• La plantilla utiliza el mismo bucket de S3 creado por la plantilla de MLOps para la compilación, el 
entrenamiento y la implementación de modelos para almacenar los resultados de los monitores.
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• Dos reglas de EventBridge eventos de Amazon inician el Amazon SageMaker Model Monitor AWS 
CodePipeline cada vez que se actualiza el SageMaker punto final provisional o se confirma un 
cambio de código en el CodePipeline repositorio.

Plantilla de MLOps para la creación de imágenes, la creación de modelos y la implementación de 
modelos

Esta plantilla es una extensión de Plantilla de MLOps para la creación, el entrenamiento y 
la implementación de modelos. Incluye los componentes de compilación, entrenamiento e 
implementación del modelo de esa plantilla, así como las siguientes opciones:

• Incluye una canalización de creación y procesamiento de imágenes

• Incluye una canalización de creación y entrenamiento de imágenes

• Incluye una canalización de creación e imagen de inferencia

Para cada uno de los componentes seleccionados durante la creación del proyecto, se crea los 
siguientes mediante la plantilla:

• Un repositorio de Amazon ECR.

• ¿Una imagen SageMaker

• Un CodeCommit repositorio que contiene un Dockerfile que se puede personalizar

• A CodePipeline que se inicia con cambios en el repositorio CodePipeline

• Un CodeBuild proyecto que crea una imagen de Docker y la registra en el repositorio Amazon ECR

• Una EventBridge regla que inicia el según un cronograma CodePipeline

Cuando CodePipeline se inicia, crea un nuevo contenedor de Docker y lo registra en un repositorio 
de Amazon ECR. Cuando se registra un contenedor nuevo en el repositorio de Amazon ECR,
ImageVersion se añade uno nuevo a la SageMaker imagen. Esto inicia la canalización de creación 
de modelos, que a su vez inicia la canalización de implementación.

La imagen recién creada se utiliza en las partes del flujo de trabajo de compilación, entrenamiento e 
implementación de modelos, cuando corresponde.

Plantillas 5377

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateImage.html


Amazon SageMaker Guía para desarrolladores

Plantilla MLOps para la creación, el entrenamiento y el despliegue de modelos con repositorios Git 
de terceros mediante CodePipeline

• Repositorio de código: Git de terceros. Establece la AWS CodeStar conexión entre tu AWS cuenta 
y tu GitHub usuario u organización. Agregue una etiqueta con la clave sagemaker y el valor true
a esta conexión de AWS CodeStar.

• Automatización del flujo de trabajo de CI/CD: AWS CodePipeline

Esta plantilla proporciona los siguientes recursos:

• Asociaciones con uno o más repositorios de Git especificados por el cliente.

• Una AWS CodePipeline canalización que tiene el origen, la compilación y deploy-to-production los 
pasos. deploy-to-staging El paso de origen apunta al repositorio de Git de terceros y el paso de 
compilación obtiene el código de ese repositorio y genera CloudFormation pilas para desplegarlas. 
Los deploy-to-production pasos deploy-to-staging y despliegan las CloudFormation pilas en sus 
respectivos entornos. Hay un paso de aprobación manual entre los pasos de ensayo y producción, 
de modo que un ingeniero de MLOps tiene que aprobar el modelo antes de implementarlo en 
producción.

• Un proyecto de AWS CodeBuild para llenar los repositorios de Git con la información del código 
inicial. Esto requiere una conexión de AWS CodeStar de su cuenta de AWS a su cuenta en el host 
del repositorio de Git.

• Se ejecuta un depósito de Amazon S3 para almacenar los artefactos, incluidos CodeBuild los 
artefactos CodePipeline y cualquier artefacto generado a partir de la SageMaker canalización.

Como se mencionó anteriormente, consulte el Tutorial del proyecto con repositorios Git de terceros
para ver una demostración que usa esta plantilla para crear un proyecto real.

Plantilla de MLOps para la compilación, el entrenamiento y la implementación de modelos con 
repositorios Git de terceros mediante Jenkins

• Repositorio de código: Git de terceros. Establezca la AWS CodeStar conexión entre su AWS 
cuenta y su GitHub usuario u organización. Agregue una etiqueta con la clave sagemaker y el 
valor true a esta conexión de AWS CodeStar.

• Automatización del flujo de trabajo de CI/CD: Jenkins

Esta plantilla proporciona los siguientes recursos:
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• Asociaciones con uno o más repositorios de Git especificados por el cliente.

• Código inicial para generar canalizaciones de Jenkins con código fuente deploy-to-staging, 
compilación y deploy-to-production pasos. El paso de código fuente apunta al repositorio de 
Git especificado por el cliente. El paso de compilación obtiene el código de ese repositorio y 
genera dos CloudFormation pilas. Los pasos de despliegue despliegan las CloudFormation pilas 
en sus respectivos entornos. Hay un paso de aprobación entre el paso de ensayo y el paso de 
producción.

• Un proyecto de AWS CodeBuild para llenar los repositorios de Git con la información del código 
inicial. Esto requiere una conexión de AWS CodeStar de su cuenta de AWS a su cuenta en el host 
del repositorio de Git.

• Un bucket de Amazon S3 para almacenar los artefactos del SageMaker proyecto y la SageMaker 
canalización.

La plantilla crea la asociación entre su proyecto y los repositorios de control de código fuente, pero 
debe realizar pasos manuales adicionales para establecer la comunicación entre su cuenta de AWS 
y Jenkins. Para ver los pasos detallados, consulta Cómo crear SageMaker proyectos de Amazon con 
control de código fuente de terceros y Jenkins.

Las instrucciones le ayudan a crear la arquitectura que se muestra en el siguiente diagrama, GitHub 
como repositorio de control de código fuente en este ejemplo. Como se muestra, está asociando 
su repositorio de Git al proyecto para registrar y administrar las versiones de código. Jenkins inicia 
la canalización de creación del modelo cuando detecta cambios en el código de compilación del 
modelo en el repositorio de Git. También conecta el proyecto con Jenkins para orquestar los pasos 
de implementación del modelo, que comienzan cuando se aprueba el modelo registrado en el 
registro de modelos o cuando Jenkins detecta cambios en el código de implementación del modelo.
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En resumen, los siguientes pasos lo guiarán a través de las siguientes tareas:

1. Establezca la conexión entre sus GitHub cuentas AWS y las suyas.

2. Crear la cuenta de Jenkins e importar los complementos necesarios.

3. Crear la política permisos y usuarios de IAM de Jenkins.

4. Establecer las credenciales de AWS del usuario de IAM de Jenkins en su servidor Jenkins.

5. Crear un token de API para comunicarse con su servidor de Jenkins.

6. Utilice una CloudFormation plantilla para configurar una EventBridge regla que permita supervisar 
el registro de modelos en busca de modelos recién aprobados.

7. Cree el SageMaker proyecto, que alimentará sus GitHub repositorios con código de creación e 
implementación de modelos.

8. Crear su canalización de creación de modelos de Jenkins con el código inicial de creación de 
modelos.

9. Crear su canalización de implementación de modelos de Jenkins con el código inicial de 
implementación de modelos.

Implementación de modelos para Salesforce

• Repositorio de código: AWS CodeCommit
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• Automatización del flujo de trabajo de CI/CD: AWS CodePipeline

Esta plantilla proporciona los siguientes recursos:

• Un AWS CodeCommit repositorio que contiene código de ejemplo que crea una SageMaker 
canalización de Amazon en código Python y muestra cómo crear y actualizar la canalización. Este 
repositorio también tiene un cuaderno Jupyter de Python que puede abrir y ejecutar en Studio 
Classic.

• Una canalización de AWS CodePipeline que incluye los pasos de código fuente y compilación. El 
paso de origen apunta al CodeCommit repositorio. El paso de compilación obtiene el código del 
repositorio, crea y actualiza la SageMaker canalización, inicia la ejecución de una canalización y 
espera a que se complete la ejecución de la canalización.

• Se ejecuta un depósito de Amazon S3 para almacenar los artefactos, incluidos CodeBuild los 
artefactos CodePipeline y cualquier artefacto generado a partir de la SageMaker canalización.

Es posible que su administrador necesite realizar una configuración adicional para permitir el acceso 
a los datos desde Salesforce Data Cloud a SageMaker Studio para crear modelos de inteligencia 
artificial o aprendizaje automático. Consulte la descripción general de la solución en la entrada 
del blog Utilice la integración de Amazon SageMaker y Salesforce Data Cloud para potenciar sus 
aplicaciones de Salesforce con IA/ML para obtener información e instrucciones detalladas.

En el siguiente diagrama se ilustra el flujo de trabajo de alto nivel utilizado por esta plantilla para 
ayudarle a crear y entrenar sus modelos. Tras configurar una conexión entre Salesforce Data Cloud 
y Data Wrangler y preprocesar los datos, utilice la plantilla de proyecto Implementación de modelos 
para Salesforce para automatizar el entrenamiento y la implementación de modelos. La plantilla 
proporciona un código de implementación del modelo personalizable y un cuaderno de muestra AWS 
CodePipeline para entrenar el modelo y registrarlo en el registro de modelos. SageMaker Una vez 
que apruebe el modelo, el punto de conexión se expone a Salesforce como una API a través de API 
Gateway, y los clientes pueden empezar a hacer predicciones con el modelo implementado desde 
Salesforce.

Note

Esta plantilla permite las versiones 1.0 y 1.1 de la política de seguridad de la capa de 
transporte (TLS) para la configuración de API Gateway. Puede hacer que esta configuración 
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sea más segura con nombres de dominio personalizados. Para obtener detalles, consulte
Setting up custom domain names for REST APIs.

La entrada del blog Utilice la integración de Amazon SageMaker y Salesforce Data Cloud para 
potenciar sus aplicaciones de Salesforce con IA/ML proporciona instrucciones detalladas para guiarlo 
en los siguientes pasos:

1. Seleccione la plantilla de proyecto Implementación de modelos para Salesforce e indique el 
nombre del administrador del secreto.

2. Clone el repositorio para usar el cuaderno de muestra personalizable y el SageMaker código de 
implementación del modelo proporcionados.

3. Preprocese sus datos con Data Wrangler.

a. Cree una conexión a Salesforce Data Cloud e importe los datos a Data Wrangler.

b. Utilice Data Wrangler para preparar los datos con algunos ejemplos de transformaciones.

c. Inicie un trabajo de procesamiento para procesar los datos mediante su configuración de 
Data Wrangler.
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4. Entrene el modelo.

5. Registre el modelo en el registro de modelos.

6. Apruebe el modelo en el registro de modelos.

7. Vea su terminal en la SageMaker consola.

8. Invoque la URL de la API de Salesforce Einstein Studio para registrar y utilizar las inferencias del 
modelo en Einstein Studio.

El siguiente diagrama muestra con mayor detalle el flujo de trabajo y AWS los recursos que utiliza la 
plantilla del SageMaker proyecto con Salesforce Data Cloud Integration.

Actualiza SageMaker los proyectos para usar repositorios Git de terceros

La política administrada asociada al rol AmazonSageMakerServiceCatalogProductsUseRole
se actualizó el 27 de julio de 2021 para su uso con las plantillas de Git de terceros. Los usuarios que 
se incorporen a Amazon SageMaker Studio Classic después de esta fecha y habiliten las plantillas 
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de proyectos utilizarán la nueva política. Los usuarios que se incorporaron antes de esta fecha 
deben actualizar la política para poder utilizar estas plantillas. Puede utilizar uno de los comandos 
siguientes para actualizar una política:

• Elimine el rol y cambie la configuración de Studio Classic

1. En la consola de IAM, elimine AmazonSageMakerServiceCatalogProductsUseRole.

2. En el panel de control de Studio Classic, selecciona Editar ajustes.

3. Cambia ambas configuraciones y, a continuación, elija Enviar.

• En la consola de IAM agregue los siguientes permisos a
AmazonSageMakerServiceCatalogProductsUseRole:

{ 
      "Effect": "Allow", 
      "Action": [ 
          "codestar-connections:UseConnection" 
      ], 
      "Resource": "arn:aws:codestar-connections:*:*:connection/*", 
      "Condition": { 
          "StringEqualsIgnoreCase": { 
              "aws:ResourceTag/sagemaker": "true" 
          } 
      } 
  }, 
  { 
      "Effect": "Allow", 
      "Action": [ 
          "s3:PutObjectAcl" 
      ], 
      "Resource": [ 
          "arn:aws:s3:::sagemaker-*" 
      ] 
  }

Creación de plantillas de proyectos personalizadas

Si las plantillas SageMaker proporcionadas no se ajustan a sus necesidades (por ejemplo, si 
desea una organización más compleja CodePipeline con varias etapas o pasos de aprobación 
personalizados), cree sus propias plantillas.
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Te recomendamos que empieces por usar las plantillas SageMaker proporcionadas para entender 
cómo organizar el código y los recursos y construir a partir de ellos. Para ello, tras habilitar el acceso 
de administrador a las SageMaker plantillas, inicia sesión en https://console.aws.amazon.com/ 
servicecatalog/, selecciona Portafolios y, a continuación, selecciona Importados. Para obtener 
información acerca de Service Catalog, consulte Overview of Service Catalog en la Guía del usuario 
de Service Catalog.

Crea tus propias plantillas de proyecto para personalizar tu proyecto de MLOps. SageMaker las 
plantillas de proyecto son productos aprovisionados por Service Catalog para aprovisionar los 
recursos de su proyecto MLOps.

Complete los siguientes pasos para crear una plantilla de proyecto personalizada.

1. Cree una cartera. Para obtener información, consulte el Paso 3: Crear una cartera de Service 
Catalog.

2. Cree un producto. Un producto es una plantilla. CloudFormation Puede crear varias versiones 
del producto. Para obtener información, consulte el Paso 4: Crear un producto de Service 
Catalog.

Para que el producto funcione con SageMaker los proyectos, añade los siguientes parámetros a 
la plantilla del producto.

SageMakerProjectName:
Type: String
Description: Name of the project

SageMakerProjectId:
Type: String
Description: Service generated Id of the project.

Important

Te recomendamos que agrupes el CodeCommit repositorio en el repositorio de 
SageMaker código para que los repositorios del proyecto estén visibles en el modo VPC. 
La plantilla de ejemplo y la adición necesaria se muestran en los siguientes ejemplos de 
código.
Plantilla original (de muestra):

ModelBuildCodeCommitRepository: 
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    Type: AWS::CodeCommit::Repository 
    Properties: 
      # Max allowed length: 100 chars 
      RepositoryName: !Sub sagemaker-${SageMakerProjectName}-
${SageMakerProjectId}-modelbuild # max: 10+33+15+10=68 
      RepositoryDescription: !Sub SageMaker Model building workflow 
 infrastructure as code for the Project ${SageMakerProjectName} 
      Code: 
        S3: 
          Bucket: SEEDCODE_BUCKETNAME
          Key: toolchain/model-building-workflow-v1.0.zip 
        BranchName: main

Contenido adicional que se agregará en el modo VPC:

SageMakerRepository: 
    Type: AWS::SageMaker::CodeRepository 
    Properties: 
        GitConfig: 
            RepositoryUrl: !GetAtt 
 ModelBuildCodeCommitRepository.CloneUrlHttp 
            Branch: main

3. Agregue una restricción de lanzamiento. Una restricción de lanzamiento designa un rol de 
IAM que asume Service Catalog cuando un usuario final lanza un producto. Para obtener 
información, consulte Paso 6: Agregar una restricción de lanzamiento para asignar un rol de 
IAM.

4. Aprovisione el producto en https://console.aws.amazon.com/servicecatalog/ para probar la 
plantilla. Si está satisfecho con la plantilla, continúe con el siguiente paso para que la plantilla 
esté disponible en Studio Classic.

5. Conceda acceso a la cartera de Service Catalog que creó en el paso 1 a su función de ejecución 
de Studio Classic. Utilice el rol de ejecución de dominio de Studio Classic o un rol de usuario que 
tenga acceso a Studio Classic. Para obtener información sobre cómo agregar un rol a la cartera, 
consulte el Paso 7: Otorgar a los usuarios finales acceso a la cartera.

6. Para que la plantilla de su proyecto esté disponible en la lista de plantillas de su organización en 
Studio Classic, cree una etiqueta con la siguiente clave y valor para el producto Service Catalog 
que creó en el paso 2.

• clave: sagemaker:studio-visibility
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• valor: true

Tras completar estos pasos, los usuarios de Studio Classic de su organización pueden crear un 
proyecto con la plantilla que ha creado siguiendo los pasos que se indican Creación de un proyecto 
MLOps con Amazon Studio Classic SageMaker  y seleccionando plantillas de organización al elegir 
una plantilla.

Ver los recursos del proyecto

Tras crear un proyecto, consulte los recursos asociados al proyecto en Amazon SageMaker Studio 
Classic.

Para crear un proyecto en Studio Classic

1. Inicie sesión en Studio Classic. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.

2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

4. Seleccione el nombre del proyecto cuyos detalles quiera ver.

Aparece una pestaña con los detalles del proyecto.

En la pestaña de detalles del proyecto, puede ver las siguientes entidades asociadas al proyecto.

• Repositorios: repositorios de código (repositorios) asociados a este proyecto. Si utilizas una 
plantilla SageMaker proporcionada al crear tu proyecto, se crea un AWS CodeCommit repositorio 
o un repositorio de Git de terceros. Para obtener más información CodeCommit, consulta Qué es. 
AWS CodeCommit

• Canalizaciones: canalizaciones de aprendizaje SageMaker automático que definen los pasos 
para preparar los datos, entrenar e implementar modelos. Para obtener información sobre las 
canalizaciones de SageMaker aprendizaje automático, consulte. Crear y gestionar SageMaker 
canalizaciones

• Experimentos: uno o más experimentos de Amazon SageMaker Autopilot asociados al proyecto. 
Para obtener más información acerca del piloto automático, consulte SageMaker Piloto automático.
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• Grupos de modelos: grupos de versiones de modelos que se crearon mediante ejecuciones 
de canalizaciones en el proyecto. Para obtener información acerca de los grupos de modelos, 
consulte Cree un grupo de modelos.

• Puntos finales: SageMaker puntos finales que alojan modelos implementados para realizar 
inferencias en tiempo real. Cuando se aprueba una versión del modelo, se implementa en un 
punto de conexión.

• Configuración: configuración del proyecto. Esto incluye el nombre y la descripción del proyecto, 
información sobre la plantilla del proyecto y SourceModelPackageGroupName, y los metadatos 
del proyecto.

Actualización de un proyecto MLOps en Amazon Studio Classic SageMaker

Este procedimiento muestra cómo actualizar un proyecto de MLOps en Amazon SageMaker Studio 
Classic. Puede actualizar la Descripción, la versión de la plantilla y los parámetros de la plantilla.

Requisitos previos 

• Una cuenta de IAM o un centro de identidad de IAM para iniciar sesión en Studio Classic. Para 
obtener más información, consulte Descripción general SageMaker de Amazon Domain.

• Familiaridad básica con la interfaz de usuario de Studio Classic. Para obtener más información, 
consulte Descripción general de la interfaz de usuario clásica de Amazon SageMaker Studio.

• Agregue las siguientes políticas insertadas personalizadas a los roles especificados:

Rol creado por el usuario que tiene AmazonSageMakerFullAccess

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "servicecatalog:CreateProvisionedProductPlan", 
                "servicecatalog:DescribeProvisionedProductPlan", 
                "servicecatalog:DeleteProvisionedProductPlan" 
            ], 
            "Resource": "*" 
        } 
    ]
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}

AmazonSageMakerServiceCatalogProductsLaunchRole

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudformation:CreateChangeSet", 
                "cloudformation:DeleteChangeSet", 
                "cloudformation:DescribeChangeSet" 
            ], 
            "Resource": "arn:aws:cloudformation:*:*:stack/SC-*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "codecommit:PutRepositoryTriggers" 
            ], 
            "Resource": "arn:aws:codecommit:*:*:sagemaker-*" 
        } 
    ]
}

Para actualizar un proyecto en Studio Classic

1. Inicie sesión en Studio Classic. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.

2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos. Aparece una 
lista de sus proyectos.

4. Seleccione el nombre del proyecto que desea actualizar en la lista de proyectos.

5. Elija Actualizar en el menú Acciones en la esquina superior derecha de la pestaña del proyecto.

6. En el cuadro de diálogo Actualizar proyecto, puede editar la Descripción y los parámetros de la 
plantilla enumerados.
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7. Elija Ver diferencia.

Un cuadro de diálogo muestra la configuración original y actualizada del proyecto. Cualquier 
cambio en la configuración del proyecto puede modificar o eliminar los recursos del proyecto 
actual. El cuadro de diálogo también muestra estos cambios.

8. Puede que tenga que esperar unos minutos para que se active el botón Actualización. 
Seleccione Actualizar.

9. La operación de actualización puede tardar unos minutos en completarse. Seleccione
Configuración en la pestaña del proyecto y asegúrese de que los parámetros se hayan 
actualizado correctamente.

Eliminar un proyecto de MLOps con Amazon Studio Classic SageMaker

Este procedimiento muestra cómo eliminar un proyecto de MLOps con Amazon SageMaker Studio 
Classic.

Requisitos previos 

Note

En Studio Classic, solo puede eliminar los proyectos que haya creado. 
Esta condición forma parte del permiso del catálogo de servicios
servicecatalog:TerminateProvisionedProduct de la política
AmazonSageMakerFullAccess. Si es necesario, puede actualizar esta política para 
eliminar esta condición.

• Una cuenta de IAM o un centro de identidad de IAM para iniciar sesión en Studio Classic. Para 
obtener más información, consulte Descripción general SageMaker de Amazon Domain.

• Familiaridad básica con la interfaz de usuario de Studio Classic. Para obtener más información, 
consulte Descripción general de la interfaz de usuario clásica de Amazon SageMaker Studio.

Para eliminar un proyecto en Amazon SageMaker Studio Classic

1. Inicie sesión en Studio Classic. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.
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2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

4. Seleccione el proyecto objetivo del menú desplegable. Si no ve su proyecto, escriba el nombre 
del proyecto y aplique el filtro para buscarlo.

5. Una vez que haya encontrado el proyecto, seleccione el nombre del proyecto para ver los 
detalles.

6. En el menú Acciones, elija Eliminar.

7. Para confirmar su elección, seleccione Eliminar en la ventana Eliminar proyecto.

SageMaker Tutorial del proyecto MLOps

Este tutorial utiliza la plantilla Plantilla de MLOps para la creación, el entrenamiento y la 
implementación de modelos para demostrar el uso de proyectos de MLOps para crear un sistema de 
CI/CD para compilar, entrenar e implementar modelos.

Requisitos previos 

Para realizar este tutorial, necesitará lo siguiente:

• Una cuenta de IAM o un centro de identidad de IAM para iniciar sesión en Studio Classic. Para 
obtener más información, consulte Descripción general SageMaker de Amazon Domain.

• Permiso para usar las plantillas SageMaker de proyecto proporcionadas. Para obtener más 
información, consulte SageMaker Se requieren permisos de Studio para usar los proyectos.

• Familiaridad básica con la interfaz de usuario de Studio Classic. Para obtener más información, 
consulte Descripción general de la interfaz de usuario clásica de Amazon SageMaker Studio.

Temas

• Paso 1: creación del proyecto

• Paso 2: Clonar el repositorio de código

• Paso 3: Realizar un cambio en el código

• Paso 4: Aprobar el modelo

• Paso 5: implementar la versión del modelo en producción (opcional)

• Paso 6: Eliminar recursos
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Paso 1: creación del proyecto

En este paso, creará un proyecto de SageMaker MLOps mediante una plantilla SageMaker de 
proyecto proporcionada para crear, entrenar e implementar modelos.

Para crear el proyecto MLOps SageMaker

1. Inicie sesión en Studio Classic. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.

2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

4. Elija Crear proyecto.

Aparece la pestaña Crear proyecto.

5. Si aún no lo ha seleccionado, elija SageMaker las plantillas y, a continuación, elija la plantilla 
MLOps para la creación, el entrenamiento y el despliegue de modelos.

6. En Detalles del proyecto, escriba un nombre y la descripción del proyecto.

Cuando el proyecto aparezca en la lista Proyectos con el Estado de Creación finalizada, continúe con 
el paso siguiente.

Important

Desde el 25 de julio de 2022, son necesarios roles adicionales para usar las 
plantillas de proyectos. Si aparece el mensaje de error «No CodePipeline 
está autorizado a desempeñar el rol arn:aws:iam: :xxx:role/service-role/» 
AmazonSageMakerServiceCatalogProductsCodePipelineRole, consulte los pasos 5 y 6 para 
obtener una lista completa de los roles necesarios e instrucciones AssumeRole sobre cómo 
crearlos. SageMaker Se requieren permisos de Studio para usar los proyectos

Paso 2: Clonar el repositorio de código

Tras crear el proyecto, se crean dos repositorios en el proyecto. CodeCommit Uno de los repositorios 
contiene código para compilar y entrenar un modelo, y otro contiene código para implementar el 
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modelo. En este paso, clona el repositorio en el SageMaker proyecto local que contiene el código 
para compilar y entrenar el modelo en el entorno local de Studio Classic para que pueda trabajar con 
el código.

Para clonar el repositorio de código

1. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

2. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

3. Seleccione el proyecto que creó en el paso anterior para abrir la pestaña del proyecto.

4. En la pestaña del proyecto, elija Repositorios y, en la columna Ruta local del repositorio que 
termina con modelbuild, elija clonar repositorio...

5. En el cuadro de diálogo que aparece, acepte los valores predeterminados y elija Clonar 
repositorio.

Cuando se complete la clonación del repositorio, la ruta local aparecerá en la columna Ruta 
local. Elija la ruta para abrir la carpeta local que contiene el código del repositorio en Studio 
Classic.
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Paso 3: Realizar un cambio en el código

Ahora realice un cambio en el código de la canalización que crea el modelo y compruebe el cambio 
para iniciar una nueva ejecución de la canalización. La ejecución de la canalización registra una 
nueva versión del modelo.

Para realizar un cambio de código

1. En Studio Classic, elija el icono del explorador de archivos 

( ) 
y navegue hasta la pipelines/abalone carpeta. Haga doble clic en pipeline.py para abrir 
el archivo de código.

2. En el archivo pipeline.py, busque la línea que establece el tipo de instancia de 
entrenamiento.

training_instance_type = ParameterString( 
        name="TrainingInstanceType", default_value="ml.m5.xlarge"

Cambie ml.m5.xlarge a ml.m5.large y, a continuación, escriba Ctrl+S para guardar el 
cambio.

3. Seleccione el icono de Git

( ). 
Ensaye, confirme e incorpore el cambio en pipeline.py. Además, ingrese un resumen en el 
campo Resumen y una descripción opcional en el campo Descripción. Para obtener información 
sobre el uso de Git en Studio Classic, consulteClonar un repositorio de Git en SageMaker Studio 
Classic.
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Tras realizar el cambio de código, el sistema MLOps inicia una ejecución de la canalización que crea 
una nueva versión del modelo. En el siguiente paso, debe aprobar la nueva versión del modelo para 
implementarla en producción.

Paso 4: Aprobar el modelo

Ahora debe aprobar la nueva versión del modelo que se creó en el paso anterior para iniciar el 
despliegue de la versión del modelo en un SageMaker punto final.

Para aprobar la versión del modelo

1. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

2. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

3. Seleccione el nombre del proyecto que creó en el primer paso para abrir la pestaña del proyecto.

4. En la pestaña del proyecto, elija Grupos de modelos y, a continuación, haga doble clic en el 
nombre del grupo de modelos que aparece.

Aparece la pestaña del grupo de modelos.

5. En la pestaña del grupo de modelos, haga doble clic en Versión 1. Se abre la pestaña Versión 1. 
Elija Actualizar estado.

6. En el cuadro de diálogo Actualizar el estado de la versión del modelo, en la lista desplegable
Estado, seleccione Aprobar y, a continuación, elija Actualizar estado.

La aprobación de la versión del modelo hace que el sistema MLOps implemente el modelo en 
fase de prueba. Para ver el punto de conexión, seleccione la pestaña Puntos de conexión en la 
pestaña del proyecto.

Paso 5: implementar la versión del modelo en producción (opcional)

Ahora puede implementar la versión modelo en el entorno de producción.

Note

Para completar este paso, debes ser administrador de tu dominio de Studio Classic. Si no es 
un administrador, omita este paso.
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Para implementar la versión modelo en el entorno de producción

1. Inicie sesión en la CodePipeline consola en https://console.aws.amazon.com/codepipeline/

2. Elija Canalizaciones y, a continuación, elija la canalización con el nombre
sagemaker-projectname-projectid-modeldeploy, donde projectname es el nombre de su 
proyecto y projectid es el ID de su proyecto.

3. En la DeployStagingetapa, selecciona Revisar.

4. En el cuadro de diálogo Revisar, elija Aprobar.

La aprobación de la DeployStagingetapa hace que el sistema MLOps implemente el modelo en 
producción. Para ver el punto final, seleccione la pestaña Endpoints en la pestaña del proyecto 
en Studio Classic.

Paso 6: Eliminar recursos

Para dejar de incurrir en cargos, debe eliminar los recursos que se crearon en este tutorial. Para ello, 
siga los pasos que se describen a continuación.

Note

Para eliminar la AWS CloudFormation pila y el bucket de Amazon S3, debe ser administrador 
en Studio Classic. Si no es administrador, pídale a su administrador que complete esos 
pasos.

1. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

2. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

3. Seleccione el proyecto objetivo del menú desplegable. Si no ve su proyecto, escriba el nombre 
del proyecto y aplique el filtro para buscarlo.

4. Puede eliminar un proyecto de Studio Classic de una de las siguientes maneras:

a. Puede eliminar el proyecto de la lista de proyectos.

Haga clic con el botón derecho en el proyecto objetivo y seleccione Eliminar en la lista 
desplegable.

Tutorial de proyectos 5397

https://console.aws.amazon.com/codepipeline/


Amazon SageMaker Guía para desarrolladores

Note

Esta funcionalidad es compatible con la versión 3.17.1 o superior de Studio Classic. 
Para obtener más información, consulte Cierre y actualice SageMaker Studio 
Classic.

b. Puede eliminar un proyecto desde la sección Detalles del proyecto.

i. Cuando haya encontrado el proyecto, haga doble clic en él para ver sus detalles en el 
panel principal.

ii. En el menú Acciones, elija Eliminar.

5. Para confirmar su elección, seleccione Eliminar en la ventana Eliminar proyecto.

Esto elimina el producto aprovisionado de Service Catalog que creó el proyecto. Esto incluye los 
CodeBuild recursos y CodeCommit CodePipeline los recursos creados para el proyecto.

6. Elimine las pilas de AWS CloudFormation que creó el proyecto. Hay dos 
pilas, una para el ensayo y otra para la producción. Los nombres de las 
pilas son sagemaker-projectname-project-id-deploy-staging and
sagemaker-projectname-project-id-deploy-prod, donde projectname es el nombre del 
proyecto y project-id es el ID del proyecto.

Para obtener información sobre cómo eliminar una pila de AWS CloudFormation, consulte
Eliminación de una pila en la consola de AWS CloudFormation en la Guía del usuario de AWS 
CloudFormation.

7. Elimine el bucket de Amazon S3 que creó el proyecto. El nombre del bucket es sagemaker-
project-project-id, donde project-id es el ID de su proyecto.

SageMaker Tutorial del proyecto MLOps con Git Repos de terceros

Este tutorial utiliza la plantilla Plantilla MLOps para la creación, el entrenamiento y el despliegue de 
modelos con repositorios Git de terceros mediante CodePipeline para demostrar el uso de proyectos 
de MLOps para crear un sistema de CI/CD para compilar, entrenar e implementar modelos.

Requisitos previos 

Para realizar este tutorial, necesitará lo siguiente:
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• Una cuenta de IAM o del IAM Identity Center para iniciar sesión en Studio Classic. Para obtener 
más información, consulte Descripción general SageMaker de Amazon Domain.

• Permiso para usar las plantillas SageMaker de proyecto proporcionadas. Para obtener más 
información, consulte SageMaker Se requieren permisos de Studio para usar los proyectos.

• Familiaridad básica con la interfaz de usuario de Studio Classic. Para obtener más información, 
consulte Descripción general de la interfaz de usuario clásica de Amazon SageMaker Studio.

• Dos GitHub repositorios inicializados con un archivo README. Introducirá estos repositorios 
en la plantilla del proyecto, lo que iniciará en estos repositorios el código de compilación e 
implementación del modelo.

Temas

• Paso 1: Configurar la conexión GitHub

• Paso 2: Crear el proyecto

• Paso 3: Realizar un cambio en el código

• Paso 4: Aprobar el modelo

• Paso 5: implementar la versión del modelo en producción (opcional)

• Paso 6: Eliminar recursos

Paso 1: Configurar la conexión GitHub

En este paso, te conectas a tus GitHub repositorios mediante una AWS CodeStarconexión. El 
SageMaker proyecto usa esta conexión para acceder a tus repositorios de código fuente.

Para configurar la GitHub conexión:

1. Inicie sesión en la CodePipeline consola en https://console.aws.amazon.com/codepipeline/

2. En Configuración en el panel de navegación, elija Conexiones.

3. Seleccione Crear conexión.

4. En Seleccione un proveedor, seleccione GitHub.

5. En Nombre, escriba un nombre.

6. Selecciona Conectar a GitHub.

7. Si la GitHub aplicación AWS Connector no está instalada anteriormente, selecciona Instalar 
nueva aplicación.
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Aparecerá una lista de todas las cuentas y organizaciones GitHub personales a las que tiene 
acceso.

8. Elija la cuenta en la que desee establecer la conectividad para utilizarla con SageMaker 
proyectos y GitHub repositorios.

9. Elija Configurar.

10. Si lo desea, puede seleccionar sus repositorios específicos o elegir Todos los repositorios.

11. Seleccione Guardar. Cuando se instala la aplicación, se te redirige a la GitHub página Conectar 
a y el ID de instalación se rellena automáticamente.

12. Elija Conectar.

13. Agregue una etiqueta con la clave sagemaker y el valor true a esta conexión de AWS 
CodeStar.

14. Copie el ARN de la conexión y guárdelo para más adelante. El ARN se utiliza como parámetro 
en el paso de creación del proyecto.

Paso 2: Crear el proyecto

En este paso, creará un proyecto de SageMaker MLOps mediante una plantilla SageMaker de 
proyecto proporcionada para crear, entrenar e implementar modelos.

Para crear el proyecto MLOps SageMaker

1. Inicie sesión en Studio Classic. Para obtener más información, consulte Descripción general 
SageMaker de Amazon Domain.

2. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

3. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

4. Elija Crear proyecto.

Aparece la pestaña Crear proyecto.

5. Para las plantillas de SageMaker proyectos, elija la plantilla MLOps para la creación, el 
entrenamiento y el despliegue de modelos con repositorios de Git de terceros.

6. Elija Seleccionar plantilla de proyecto.

7. En ModelBuild CodeRepository Información, proporciona los siguientes parámetros:
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• Como URL, ingrese la URL de su repositorio de Git para el código de compilación del modelo 
en formato https://git-url.git.

• En Ramificación, ingrese la ramificación que quiera usar desde su repositorio de Git para las 
actividades de canalización.

• Para Nombre completo del repositorio, ingrese el nombre del repositorio de Git en el formato 
de nombre de username/repository name o organization/repository name.

• Para ARN de conexión de CodeStar, ingrese el ARN de la conexión de AWS CodeStar que 
creó en el paso 1.

• El conmutador Código de muestra le permite elegir si desea rellenar el repositorio con el 
código inicial de compilación del modelo. Puede dejarlo activado para esta demostración.

8. En ModelDeploy CodeRepository Información, proporcione los siguientes parámetros:

• Como URL, ingrese la URL de su repositorio de Git para el código de implementación del 
modelo en formato https://git-url.git.

• En Ramificación, ingrese la ramificación que quiera usar desde su repositorio de Git para las 
actividades de canalización.

• Para Nombre completo del repositorio, ingrese el nombre del repositorio de Git en el formato 
de nombre de username/repository name o organization/repository name.

• Para ARN de conexión de CodeStar, ingrese el ARN de la conexión de AWS CodeStar que 
creó en el paso 1.

• El conmutador Código de muestra le permite elegir si desea rellenar el repositorio con el 
código inicial de implementación del modelo. Puede dejarlo activado para esta demostración.

9. Elija Crear proyecto.

El proyecto aparece en la lista Proyectos con el Estado de Creado.

Paso 3: Realizar un cambio en el código

Ahora realice un cambio en el código de la canalización que crea el modelo y confirme el cambio 
para iniciar una nueva ejecución de la canalización. La ejecución de la canalización registra una 
nueva versión del modelo.
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Para realizar un cambio de código

1. En el GitHub repositorio de compilación de su modelo, navegue hasta la pipelines/abalone
carpeta. Haga doble clic en pipeline.py para abrir el archivo de código.

2. En el archivo pipeline.py, busque la línea que establece el tipo de instancia de 
entrenamiento.

training_instance_type = ParameterString( 
        name="TrainingInstanceType", default_value="ml.m5.xlarge"

Abra el archivo para editarlo, cambie ml.m5.xlarge a ml.m5.large y confirme.

Tras confirmar el cambio de código, el sistema MLOps inicia una ejecución de la canalización que 
crea una nueva versión del modelo. En el siguiente paso, debe aprobar la nueva versión del modelo 
para implementarla en producción.

Paso 4: Aprobar el modelo

Ahora aprueba la nueva versión del modelo que se creó en el paso anterior para iniciar la 
implementación de la versión del modelo en un SageMaker punto final.

Para aprobar la versión del modelo

1. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

2. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

3. Busque el nombre del proyecto que creó en el primer paso y haga doble clic en él para abrir la 
pestaña del proyecto.

4. En la pestaña del proyecto, elija Grupos de modelos y, a continuación, haga doble clic en el 
nombre del grupo de modelos que aparece.

Aparece la pestaña del grupo de modelos.

5. En la pestaña del grupo de modelos, haga doble clic en Versión 1. Se abre la pestaña Versión 1. 
Elija Actualizar estado.

6. En el cuadro de diálogo Actualizar el estado de la versión del modelo, en la lista desplegable
Estado, seleccione Aprobar y, a continuación, elija Actualizar estado.
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La aprobación de la versión del modelo hace que el sistema MLOps implemente el modelo en 
fase de prueba. Para ver el punto de conexión, seleccione la pestaña Puntos de conexión en la 
pestaña del proyecto.

Paso 5: implementar la versión del modelo en producción (opcional)

Ahora puede implementar la versión modelo en el entorno de producción.

Note

Para completar este paso, debes ser administrador de tu dominio de Studio Classic. Si no es 
un administrador, omita este paso.

Para implementar la versión modelo en el entorno de producción

1. Inicie sesión en la CodePipeline consola en https://console.aws.amazon.com/codepipeline/

2. Elija Canalizaciones y, a continuación, elija la canalización con el nombre
sagemaker-projectname-projectid-modeldeploy, donde projectname es el nombre de su 
proyecto y projectid es el ID de su proyecto.

3. En la DeployStagingetapa, selecciona Revisar.

4. En el cuadro de diálogo Revisar, elija Aprobar.

La aprobación de la DeployStagingetapa hace que el sistema MLOps implemente el modelo en 
producción. Para ver el punto final, seleccione la pestaña Endpoints en la pestaña del proyecto 
en Studio Classic.

Paso 6: Eliminar recursos

Para dejar de incurrir en cargos, debe eliminar los recursos que se crearon en este tutorial.

Note

Para eliminar la AWS CloudFormation pila y el bucket de Amazon S3, debe ser administrador 
en Studio Classic. Si no es administrador, pídale a su administrador que complete esos 
pasos.
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1. En la barra lateral de Studio Classic, selecciona el icono de inicio

() .

2. Seleccione Implementaciones en el menú y, a continuación, seleccione Proyectos.

3. Seleccione el proyecto objetivo del menú desplegable. Si no ve su proyecto, escriba el nombre 
del proyecto y aplique el filtro para buscarlo.

4. Seleccione su proyecto para ver sus detalles en el panel principal.

5. En el menú Acciones, elija Eliminar.

6. Para confirmar su elección, seleccione Eliminar en la ventana Eliminar proyecto.

Esto elimina el producto aprovisionado de Service Catalog que creó el proyecto. Esto incluye los 
CodeCommit CodePipeline, y CodeBuild los recursos creados para el proyecto.

7. Elimine las pilas de AWS CloudFormation que creó el proyecto. Hay dos 
pilas, una para el ensayo y otra para la producción. Los nombres de las 
pilas son sagemaker-projectname-project-id-deploy-staging and
sagemaker-projectname-project-id-deploy-prod, donde projectname es el nombre del 
proyecto y project-id es el ID del proyecto.

Para obtener información sobre cómo eliminar una pila de AWS CloudFormation, consulte
Eliminación de una pila en la consola de AWS CloudFormation en la Guía del usuario de AWS 
CloudFormation.

8. Elimine el bucket de Amazon S3 que creó el proyecto. El nombre del bucket es sagemaker-
project-project-id, donde project-id es el ID de su proyecto.

Preguntas frecuentes sobre Amazon SageMaker MLOps

Utilice los siguientes elementos de preguntas frecuentes para encontrar respuestas a las preguntas 
más frecuentes sobre los MLOP en. SageMaker

P: ¿Necesito usar el SDK de SageMaker Python para crear una SageMaker 
canalización?

No, no se requiere el SDK de SageMaker Python para crear una SageMaker canalización. También 
puede usar boto3 o AWS CloudFormation. La creación de una canalización requiere una definición 
de canalización, que es un objeto JSON que define cada paso de la canalización. El SageMaker SDK 
ofrece una forma sencilla de crear la definición de la canalización, que puedes usar con cualquiera 
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de las API mencionadas anteriormente para crear la canalización propiamente dicha. Sin usar el 
SDK, los usuarios tienen que escribir la definición de JSON sin procesar para crear la canalización 
sin ninguna de las comprobaciones de errores que proporciona el SDK de SageMaker Python. 
Para ver el esquema de la definición de JSON de la canalización, consulta el esquema JSON de la 
definición de SageMaker canalización. En el siguiente ejemplo de código, se muestra un ejemplo de 
un objeto JSON de definición de SageMaker canalización:

{'Version': '2020-12-01', 
 'Metadata': {}, 
 'Parameters': [{'Name': 'ProcessingInstanceType', 
   'Type': 'String', 
   'DefaultValue': 'ml.m5.xlarge'}, 
  {'Name': 'ProcessingInstanceCount', 'Type': 'Integer', 'DefaultValue': 1}, 
  {'Name': 'TrainingInstanceType', 
   'Type': 'String', 
   'DefaultValue': 'ml.m5.xlarge'}, 
  {'Name': 'ModelApprovalStatus', 
   'Type': 'String', 
   'DefaultValue': 'PendingManualApproval'}, 
  {'Name': 'ProcessedData', 
   'Type': 'String', 
   'DefaultValue': 'S3_URL',
{'Name': 'InputDataUrl', 
   'Type': 'String', 
   'DefaultValue': 'S3_URL', 
 'PipelineExperimentConfig': {'ExperimentName': {'Get': 'Execution.PipelineName'}, 
  'TrialName': {'Get': 'Execution.PipelineExecutionId'}}, 
 'Steps': [{'Name': 'ReadTrainDataFromFS', 
   'Type': 'Processing', 
   'Arguments': {'ProcessingResources': {'ClusterConfig': {'InstanceType': 
 'ml.m5.4xlarge', 
      'InstanceCount': 2, 
      'VolumeSizeInGB': 30}}, 
    'AppSpecification': {'ImageUri': 'IMAGE_URI', 
     'ContainerArguments': [....]}, 
    'RoleArn': 'ROLE', 
      'ProcessingInputs': [...], 
    'ProcessingOutputConfig': {'Outputs': [.....]}, 
    'StoppingCondition': {'MaxRuntimeInSeconds': 86400}}, 
   'CacheConfig': {'Enabled': True, 'ExpireAfter': '30d'}}, 
   ... 
   ... 
   ... 
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  }

P: ¿Por qué aparece un paso de reempaquetado en mi SageMaker canalización?

El reempaquetado del modelo se produce cuando la canalización necesita incluir un script 
personalizado en el archivo de modelo comprimido (model.tar.gz) para cargarlo en Amazon S3 y 
usarlo para implementar un modelo en un SageMaker punto final. Cuando SageMaker Pipeline 
entrena un modelo y lo registra en el registro de modelos, introduce un paso de reempaquetado si el 
resultado del trabajo de entrenamiento del modelo entrenado necesita incluir un script de inferencia 
personalizado. El paso de reempaquetado descomprime el modelo, agrega un script nuevo y vuelve 
a comprimir el modelo. Al ejecutar la canalización, se agrega el paso de reempaquetado como un 
trabajo de entrenamiento.

P: ¿Puedo usar SageMaker Experiments with SageMaker Pipelines?

¿Sí?. SageMaker Pipelines está integrado de forma nativa con SageMaker Experiments. Puedes 
usarlo PipelineExperimentConfig al crear una canalización y establecer tu propio nombre 
para el SageMaker experimento. Cada ejecución de la canalización crea una versión de prueba y 
cada paso de la canalización corresponde a un TrialComponent de la versión de prueba. Si no se 
especifica ningún nombre de prueba en la configuración del experimento, se utiliza el ID de ejecución 
de la canalización como nombre de la prueba.

pipeline = Pipeline( 
   name=pipeline_name, 
    parameters=[...], 
    steps=[...], 
    sagemaker_session=sagemaker_session, 
    pipeline_experiment_config=PipelineExperimentConfig( 
        ExecutionVariables.PIPELINE_NAME, 
        ExecutionVariables.PIPELINE_EXECUTION_ID 
    )
)

P: Las plantillas de SageMaker proyectos tienen un repositorio de implementación de 
modelos que utiliza CloudFormation (CFN) para crear un punto final. ¿Hay formas de 
implementar el modelo sin usarlo? CloudFormation

Puede personalizar el repositorio de implementación en la plantilla del proyecto para implementar el 
modelo desde el registro de modelos de la forma que desee. La plantilla se utiliza CloudFormation 
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para crear un punto final en tiempo real, por ejemplo. Puede actualizar la implementación para usar 
el SageMaker SDK, boto3 o cualquier otra API que pueda crear puntos de conexión en lugar de CFN. 
Si necesitas actualizar los CodeBuild pasos como parte del proceso de implementación, puedes 
crear una plantilla personalizada.

P: ¿Cómo pasamos la URL de Amazon S3 del archivo de modelo desde el paso del 
tren al paso de registro del modelo en una SageMaker canalización en tiempo de 
ejecución?

Puedes hacer referencia a la ubicación del modelo como una propiedad del paso de entrenamiento, 
como se muestra en el end-to-end ejemplo de CustomerChurn canalización en Github.

P: Si voy a ampliar un contenedor prediseñado para entrenar a un estimador o para 
uno ProcessingStep en SageMaker Pipelines, ¿es necesario copiar el script al 
contenedor del Dockerfile?

No, puede copiar el script al contenedor o pasarlo mediante el argumento entry_point (de la 
entidad estimadora) o el argumento code (de la entidad procesadora), como se muestra en el 
siguiente ejemplo de código.

step_process = ProcessingStep( 
    name="PreprocessAbaloneData", 
    processor=sklearn_processor, 
    inputs = [ 
        ProcessingInput( 
            input_name='dataset', 
            source=..., 
            destination="/opt/ml/processing/code", 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput(output_name="train", source="/opt/ml/processing/train", 
 destination = processed_data_path), 
        ProcessingOutput(output_name="validation", source="/opt/ml/processing/
validation", destination = processed_data_path), 
        ProcessingOutput(output_name="test", source="/opt/ml/processing/test", 
 destination = processed_data_path), 
    ], 
    code=os.path.join(BASE_DIR, "process.py"), ## Code is passed through an argument 
    cache_config = cache_config, 
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    job_arguments = ['--input', 'arg1']
)

sklearn_estimator = SKLearn( 
    entry_point=os.path.join(BASE_DIR, "train.py"), ## Code is passed through the 
 entry_point 
    framework_version="0.23-1", 
    instance_type=training_instance_type, 
    role=role, 
    output_path=model_path, # New 
    sagemaker_session=sagemaker_session, # New 
    instance_count=1, # New 
    base_job_name=f"{base_job_prefix}/pilot-train", 
    metric_definitions=[ 
        {'Name': 'train:accuracy', 'Regex': 'accuracy_train=(.*?);'}, 
        {'Name': 'validation:accuracy', 'Regex': 'accuracy_validation=(.*?);'} 
    ],
)

P: ¿Cuál es la forma recomendada de gestionar las dependencias para los distintos 
pasos de Pipelines? SageMaker

Puede utilizar una plantilla de SageMaker proyectos para implementar la CI/CD para la creación 
de imágenes. Con esta plantilla, puede automatizar la CI/CD de las imágenes que se crean y se 
envían a Amazon ECR. Los cambios en los archivos contenedores de los repositorios de control 
de código fuente de su proyecto inician la canalización del ML e implementan la última versión del 
contenedor. Para obtener más información, consulte el blog Crear SageMaker proyectos de Amazon 
con canalizaciones de CI/CD de creación de imágenes.

P: ¿Cómo puedo proporcionar acceso a SageMaker Project a perfiles de usuario 
específicos en Amazon SageMaker Studio Classic?

Como SageMaker Projects cuenta con el respaldo de Service Catalog, debes añadir cada rol que 
requiera acceso a SageMaker Projects a la cartera de productos de Amazon SageMaker Solutions 
y ML Ops del catálogo de servicios. Puede hacerlo en la pestaña Grupos, roles y usuarios, como 
se muestra en la siguiente imagen. Si cada perfil de usuario de Studio Classic tiene un rol diferente, 
debe añadir cada uno de esos roles al catálogo de servicios. También puede hacerlo al crear un 
perfil de usuario en Studio Classic.
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P: ¿Dónde puedo ver las propiedades asociadas a cada paso de la SageMaker 
canalización para poder usarlas en los pasos siguientes?

Cada paso del proceso utiliza las SageMaker API subyacentes para los trabajos correspondientes. 
Por ejemplo, TrainingStep invoca la API CreateTrainingJob y las propiedades del paso 
corresponden a la respuesta de DescribeTrainingJob. El resultado de la respuesta se encuentra 
en el enlace de referencia de la API de DescribeTrainingJob. Puede seguir el mismo procedimiento 
para obtener las propiedades de TransformStepProcessingStep, TuningStep, y CreateModelStep. 
Para obtener más información acerca de las canalizaciones, consulte Pasos de la canalización.

P: En SageMaker Pipelines, ¿puedo especificar una ruta de salida única para un 
paso de canalización de modo que sus datos de salida no se anulen en futuras 
ejecuciones?

Sí, puede utilizar ExecutionVariablesla función Join para especificar la ubicación de 
salida. ExecutionVariablesse resuelve en tiempo de ejecución. Por ejemplo,
ExecutionVariables.PIPELINE_EXECUTION_ID se resuelve con el ID de la ejecución actual, 
que se puede utilizar como identificador único en diferentes ejecuciones.

from sagemaker.workflow.execution_variables import ExecutionVariables
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processor_run_args = sklearn_processor.run( 
    outputs=[ 
        ProcessingOutput( 
            output_name="train", 
            source="/opt/ml/processing/train", 
            destination=Join( 
                on="/", 
                values=[ 
                    "s3:/", 
                    default_bucket, 
                    base_job_prefix, 
                    ExecutionVariables.PIPELINE_EXECUTION_ID, 
                    "PreprocessData", 
                ], 
            ), 
        ), 
        ProcessingOutput( 
            output_name="validation", 
            source="/opt/ml/processing/validation", 
            destination=Join( 
                on="/", 
                values=[ 
                    "s3:/", 
                    default_bucket, 
                    base_job_prefix, 
                    ExecutionVariables.PIPELINE_EXECUTION_ID, 
                    "PreprocessData", 
                ], 
            ), 
        ), 
        ProcessingOutput( 
            output_name="test", 
            source="/opt/ml/processing/test", 
            destination=Join( 
                on="/", 
                values=[ 
                    "s3:/", 
                    default_bucket, 
                    base_job_prefix, 
                    ExecutionVariables.PIPELINE_EXECUTION_ID, 
                    "PreprocessData", 
                ], 
            ), 
        ), 
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    ], 
    code="code/preprocess.py", 
    arguments=["--input-data", input_data],
)

step_process = ProcessingStep( 
    name="MyPreprocessingStep", 
    step_args=processor_run_args,
)

P: ¿Cuál es la mejor manera de reproducir mi modeloSageMaker?

SageMakerEl servicio de seguimiento de linajes funciona en el backend para realizar un seguimiento 
de todos los metadatos asociados a los flujos de trabajo de entrenamiento e implementación de 
sus modelos. Esto incluye los trabajos de entrenamiento, los conjuntos de datos utilizados, las 
canalizaciones, los puntos de conexión y los modelos reales. Puede consultar el servicio de linaje en 
cualquier momento para encontrar los artefactos exactos que se utilizan para entrenar un modelo. 
Con esos artefactos, puede recrear el mismo flujo de trabajo de ML para reproducir el modelo, 
siempre y cuando tenga acceso al conjunto de datos exacto que se utilizó. Un componente de 
prueba hace un seguimiento del trabajo de entrenamiento. Este componente de prueba tiene todos 
los parámetros utilizados como parte del trabajo de entrenamiento. Si no necesita volver a ejecutar 
todo el flujo de trabajo, puede reproducir el trabajo de entrenamiento para obtener el mismo modelo.

P: Si intento eliminar un SageMaker proyecto creado a partir de una SageMaker 
plantilla y recibo un error debido a que los depósitos de Amazon S3 o los repositorios 
de Amazon ECR no están vacíos, ¿cómo puedo eliminar el proyecto?

Si intentas eliminar tu SageMaker proyecto y aparece uno de los siguientes mensajes de error:

The bucket you tried to delete is not empty

The repository with name 'repository-name' in registry  
        with id 'id' cannot be deleted because it still contains images

entonces tiene depósitos de Amazon S3 o repositorios de Amazon ECR que no están vacíos y que 
debe eliminar manualmente antes de eliminar el proyecto. SageMaker AWS CloudFormationno 
elimina automáticamente los depósitos de Amazon S3 o los repositorios de Amazon ECR que no 
estén vacíos.
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Supervisión de la calidad de los datos y los modelos
Amazon SageMaker Model Monitor supervisa la calidad de los modelos de aprendizaje SageMaker 
automático de Amazon en producción. Puede configurar la supervisión continua con un punto de 
conexión en tiempo real (o un trabajo de transformación por lotes que se ejecute con regularidad) o 
la supervisión programada para los trabajos de transformación por lotes asíncronos. Con el monitor 
de modelos, puede configurar alertas que le notifiquen cuando haya desviaciones en la calidad 
del modelo. La detección temprana y proactiva de estas desviaciones le permite tomar medidas 
correctivas, como el reciclaje de modelos, la auditoría de sistemas ascendentes o la corrección 
de problemas de calidad de los datos sin tener que supervisar los modelos manualmente o crear 
herramientas adicionales. Puede utilizar las capacidades de supervisión prediseñadas del monitor 
de modelos que no requieran codificación. También tiene la flexibilidad de monitorizar modelos 
mediante la codificación para proporcionar análisis personalizados.

El monitor de modelos proporciona los siguientes tipos de supervisión:

• Supervisión de la calidad de los datos: supervise la desviación en la calidad de los datos.

• Supervisión de la calidad del modelo: supervise la desviación de las métricas de calidad del 
modelo, como la precisión.

• Supervisión de la desviación de sesgo de los modelos en producción: supervise el sesgo en las 
predicciones de su modelo.

• Supervisión de la desviación en la atribución de características de los modelos en producción: 
supervise la desviación en la atribución de características.

Temas

• Monitorización de un modelo en producción

• Funcionamiento del monitor de modelos

• Capturar datos

• Supervisión de la calidad de los datos

• Supervisión de la calidad del modelo

• Supervisión de la desviación de sesgo de los modelos en producción

• Supervisión de la desviación en la atribución de características de los modelos en producción

• Programe trabajos de supervisión

• Contenedor prediseñado de Amazon SageMaker Model Monitor
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• Interpretación de los resultados

• Visualice los resultados de los puntos de enlace en tiempo real en Amazon Studio SageMaker

• Temas avanzados

• Preguntas frecuentes sobre el monitor de modelos

Monitorización de un modelo en producción

Tras implementar un modelo en su entorno de producción, utilice Amazon SageMaker Model Monitor 
para supervisar de forma continua la calidad de los modelos de aprendizaje automático en tiempo 
real. El monitor de SageMaker modelos de Amazon le permite configurar un sistema automático de 
activación de alertas cuando hay desviaciones en la calidad del modelo, como desviaciones de datos 
o anomalías. Amazon CloudWatch Logs recopila archivos de registro sobre la supervisión del estado 
del modelo y notifica cuando la calidad del modelo alcanza ciertos umbrales que usted preestableció. 
CloudWatch almacena los archivos de registro en un bucket de Amazon S3 que especifique. La 
detección temprana y proactiva de las desviaciones del monitor de modelos de AWS le permite tomar 
medidas rápidas para mantener y mejorar la calidad del modelo implementado.

Para obtener más información sobre los productos de monitoreo de SageMaker modelos, 
consulteSupervisión de la calidad de los datos y los modelos.

Para comenzar su viaje con el aprendizaje automático SageMaker, cree una AWS cuenta en Set Up 
SageMaker.

Funcionamiento del monitor de modelos

Amazon SageMaker Model Monitor supervisa automáticamente los modelos de aprendizaje 
automático (ML) en producción y le notifica cuando surgen problemas de calidad. El monitor de 
modelos utiliza reglas para detectar desviaciones en sus modelos y le avisa cuando se producen. La 
siguiente figura muestra cómo funciona este proceso en el caso de que el modelo se implemente en 
un punto de conexión en tiempo real.
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También puede usar el monitor de modelos para supervisar un trabajo de transformación por lotes 
en lugar de un punto de conexión en tiempo real. En este caso, en lugar de recibir solicitudes a un 
punto de conexión y realizar un seguimiento de las predicciones, el monitor de modelos supervisará 
las entradas y salidas de las inferencias. En la siguiente figura se muestra un diagrama del proceso 
de supervisión de un trabajo de transformación por lotes.

Cómo funciona 5414



Amazon SageMaker Guía para desarrolladores

Para habilitar la supervisión de modelos, realice los siguientes pasos, que siguen la ruta de los datos 
a través de los diversos procesos de recopilación, supervisión y análisis de datos.

• Para un punto de conexión en tiempo real, habilite el punto de conexión para capturar datos de las 
solicitudes entrantes a un modelo ML entrenado y las predicciones de modelo resultantes.

• Para un trabajo de transformación por lotes, habilite la captura de datos de las entradas y salidas 
de la transformación por lotes.

• Cree una referencia a partir del conjunto de datos que se utilizó para entrenar el modelo. La 
referencia calcula las métricas y sugiere las limitaciones de las métricas. Las predicciones en 
tiempo real o por lotes del modelo se comparan con las restricciones y se consideran infracciones 
si están fuera de los valores restringidos.

• Cree una programación de supervisión que especifique qué datos se recopilarán, con qué 
frecuencia se recopilarán, cómo analizarlos y qué informes se producirán.

• Revisa los informes, que comparan los datos más recientes con los datos de referencia, y 
presta atención a las infracciones denunciadas y a las estadísticas y notificaciones de Amazon 
CloudWatch.
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Notas

• El monitor de modelos calcula las métricas y estadísticas del modelo únicamente a partir 
de datos tabulares. Por ejemplo, aún se puede supervisar un modelo de clasificación de 
imágenes que toma imágenes como entrada y genera una etiqueta basada en esa imagen. 
El monitor de modelos podría calcular métricas y estadísticas para la salida, no para la 
entrada.

• Actualmente, el monitor de modelos admite solo puntos de conexión que alojan un solo 
modelo y no admite la supervisión de puntos de conexión multimodelo. Para obtener 
información sobre el uso de puntos de enlace de varios modelos, consulte Alojar varios 
modelos en un contenedor detrás de un punto de conexión.

• El monitor de modelos admite la supervisión de canalizaciones de inferencia, pero la 
captura y el análisis de datos se realiza para toda la canalización, no para contenedores 
individuales en la canalización.

• Para evitar que las solicitudes de inferencia se vean afectadas, la captura de datos deja 
de capturar solicitudes con niveles altos de uso de disco. Se recomienda mantener la 
utilización del disco por debajo del 75 % para garantizar que la captura de datos siga 
capturando las solicitudes.

• Si lanza SageMaker Studio en una Amazon VPC personalizada, necesitará crear puntos 
de enlace de VPC para permitir que Model Monitor se comunique con Amazon S3 y. 
CloudWatch Para obtener información sobre los puntos de conexión de VPC, consulte
Puntos de conexión de VPC en la Guía del usuario de Amazon Virtual Private Cloud. Para 
obtener información sobre cómo lanzar SageMaker Studio en una VPC personalizada, 
consulte. Conecte los blocs de notas SageMaker Studio Classic de una VPC a recursos 
externos

Blocs de notas de ejemplo de monitor de modelos

Para ver un ejemplo de bloc de notas que explica todo el end-to-end flujo de trabajo con Model 
Monitor con su terminal en tiempo real, consulte Introducción a Amazon SageMaker Model Monitor.

Para ver un bloc de notas de ejemplo que visualiza el archivo statistics.json para una ejecución 
seleccionada en una programación de monitorización, consulte Visualización del monitor de 
modelos.
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Para obtener instrucciones sobre cómo crear instancias de Jupyter Notebook y acceder a ellas, que 
puede utilizar para ejecutar el ejemplo SageMaker, consulte. Instancias de Amazon SageMaker 
Notebook Tras crear una instancia de bloc de notas y abrirla, seleccione la pestaña SageMaker 
Ejemplos para ver una lista de todos los SageMaker ejemplos. Para abrir un cuaderno, elija la 
pestaña Usar del cuaderno y elija Crear copia.

Capturar datos

Para registrar las entradas de su punto de conexión y las salidas de inferencia del modelo 
implementado en Amazon S3, puede habilitar una característica llamada captura de datos. 
La captura de datos se suele utilizar para registrar información que se puede utilizar para el 
entrenamiento, la depuración y la supervisión. Amazon SageMaker Model Monitor analiza 
automáticamente los datos capturados y compara las métricas de estos datos con una línea base 
que usted cree para el modelo. Para obtener más información acerca del monitor de modelos, 
consulte Supervisión de la calidad de los datos y los modelos.

Puede implementar la captura de datos para los modos de monitor de modelos en tiempo real y 
por lotes mediante el AWS SDK for Python (Boto) SDK de SageMaker Python. En el caso de un 
punto de conexión en tiempo real, especificará la configuración de captura de datos al crear el punto 
de conexión. Debido a la naturaleza persistente de su punto de conexión en tiempo real, puede 
configurar opciones adicionales para activar o desactivar la captura de datos en determinados 
momentos, o cambiar la frecuencia de muestreo. También puede optar por cifrar los datos de 
inferencia.

En el caso de un trabajo de transformación por lotes, puede habilitar la captura de datos si desea 
ejecutar una supervisión del modelo según lo programado o una supervisión continua del modelo 
para los trabajos de transformación por lotes periódicos y regulares. Especificará la configuración de
captura de datos al crear el trabajo de transformación por lotes. Dentro de esta configuración, tiene 
la opción de activar el cifrado o generar el ID de inferencia con el resultado, lo que le ayuda a cotejar 
los datos capturados con los datos de Ground Truth.

Captura de datos del punto de conexión en tiempo real

Note

Para evitar que las solicitudes de inferencia se vean afectadas, la captura de datos deja de 
capturar solicitudes con niveles altos de uso de disco. Se recomienda mantener la utilización 
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del disco por debajo del 75 % para garantizar que la captura de datos siga capturando las 
solicitudes.

Para capturar datos para su punto final en tiempo real, debe implementar un modelo mediante 
servicios de SageMaker alojamiento. Esto requiere que cree un SageMaker modelo, defina una 
configuración de punto final y cree un punto final HTTPS.

Los pasos necesarios para activar la captura de datos son similares tanto si utilizas el SDK de 
SageMaker Python como AWS SDK for Python (Boto) si lo utilizas. Si utilizas el AWS SDK, define el
DataCaptureConfigdiccionario, junto con los campos obligatorios, en el CreateEndpointConfigmétodo 
para activar la captura de datos. Si utilizas el SDK de SageMaker Python, importa la
DataCaptureConfigclase e inicializa una instancia de esta clase. A continuación, pase este objeto al 
parámetro DataCaptureConfig del método sagemaker.model.Model.deploy().

Para utilizar los fragmentos de código anteriores, sustituya el texto marcador de posición en 
cursiva del código de ejemplo por su propia información.

Cómo establecer la captura de datos

Especifique una configuración de captura de datos. Puede capturar la carga útil de solicitud, la carga 
útil de respuesta o ambas con esta configuración. El fragmento de código siguiente muestra cómo 
habilitar la captura de datos mediante el SDK de SageMaker Python AWS SDK for Python (Boto) y el 
SDK.

Note

No necesita usar el monitor de modelos para capturar las cargas de solicitud o respuesta.

AWS SDK for Python (Boto)

Configure los datos que desea capturar con el DataCaptureConfigdiccionario al crear un punto 
final mediante el CreateEndpointConfig método. Establezca EnableCapture en el valor 
booleano True. Además, proporcione los siguientes parámetros obligatorios:

• EndpointConfigName: el nombre de la configuración del punto de conexión. Utilizará este 
nombre cuando haga una solicitud CreateEndpoint.
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• ProductionVariants: una lista de modelos que desea alojar en este punto de conexión. 
Defina un tipo de datos de diccionario para cada modelo.

• DataCaptureConfig: tipo de datos de diccionario en el que se especifica un 
valor entero que corresponde al porcentaje inicial de datos que se van a muestrear 
(InitialSamplingPercentage), el URI de Amazon S3 en el que desea que se almacenen 
los datos capturados y una lista de opciones de captura (CaptureOptions). Especifique
Input o Output para CaptureMode en la lista CaptureOptions.

Si lo desea, puede especificar cómo se SageMaker deben codificar los datos capturados pasando 
los argumentos del par clave-valor al diccionario. CaptureContentTypeHeader

# Create an endpoint config name.
endpoint_config_name = '<endpoint-config-name>'

# The name of the production variant.
variant_name = '<name-of-production-variant>'                   
  
# The name of the model that you want to host.  
# This is the name that you specified when creating the model.
model_name = '<The_name_of_your_model>'

instance_type = '<instance-type>'
#instance_type='ml.m5.xlarge' # Example     

# Number of instances to launch initially.
initial_instance_count = <integer>

# Sampling percentage. Choose an integer value between 0 and 100
initial_sampling_percentage = <integer>                                             
                                                                                    
                                                                                    
   

# The S3 URI containing the captured data
s3_capture_upload_path = 's3://<bucket-name>/<data_capture_s3_key>'

# Specify either Input, Output, or both
capture_modes = [ "Input",  "Output" ]  
#capture_mode = [ "Input"] # Example - If you want to capture input only 
                             
endpoint_config_response = sagemaker_client.create_endpoint_config( 
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    EndpointConfigName=endpoint_config_name,  
    # List of ProductionVariant objects, one for each model that you want to host at 
 this endpoint. 
    ProductionVariants=[ 
        { 
            "VariantName": variant_name,  
            "ModelName": model_name,  
            "InstanceType": instance_type, # Specify the compute instance type. 
            "InitialInstanceCount": initial_instance_count # Number of instances to 
 launch initially. 
        } 
    ], 
    DataCaptureConfig= { 
        'EnableCapture': True, # Whether data should be captured or not. 
        'InitialSamplingPercentage' : initial_sampling_percentage, 
        'DestinationS3Uri': s3_capture_upload_path, 
        'CaptureOptions': [{"CaptureMode" : capture_mode} for capture_mode in 
 capture_modes] # Example - Use list comprehension to capture both Input and Output 
    }
)

Para obtener más información sobre otras opciones de configuración de puntos finales, consulta 
la CreateEndpointConfigAPI en la Guía de referencia de las API de Amazon SageMaker Service.

SageMaker Python SDK

Importe la clase DataCaptureConfig del módulo sagemaker.model_monitor. Habilite la captura 
de datos al configurar EnableCapture en el valor booleano True.

Si lo desea, proporcione argumentos para los siguientes parámetros:

• SamplingPercentage: un valor entero que corresponde al porcentaje de datos que se van 
a muestrear. Si no proporciona un porcentaje de muestreo, SageMaker tomará una muestra 
predeterminada del 20 (20%) de sus datos.

• DestinationS3Uri: el URI de Amazon S3 SageMaker se utilizará para almacenar los datos 
capturados. Si no lo proporciona, SageMaker almacenará los datos capturados en"s3://
<default-session-bucket>/ model-monitor/data-capture".

from sagemaker.model_monitor import DataCaptureConfig
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# Set to True to enable data capture
enable_capture = True

# Optional - Sampling percentage. Choose an integer value between 0 and 100
sampling_percentage = <int> 
# sampling_percentage = 30 # Example 30%

# Optional - The S3 URI of stored captured-data location
s3_capture_upload_path = 's3://<bucket-name>/<data_capture_s3_key>'

# Specify either Input, Output or both.  
capture_modes = ['REQUEST','RESPONSE'] # In this example, we specify both
# capture_mode = ['REQUEST'] # Example - If you want to only capture input.

# Configuration object passed in when deploying Models to SM endpoints
data_capture_config = DataCaptureConfig( 
    enable_capture = enable_capture,  
    sampling_percentage = sampling_percentage, # Optional 
    destination_s3_uri = s3_capture_upload_path, # Optional 
    capture_options = ["REQUEST", "RESPONSE"],
)

Implementación del modelo

Implemente el modelo y cree un punto de conexión HTTPS con DataCapture habilitado.

AWS SDK for Python (Boto3)

Proporcione la configuración del punto final a SageMaker. El servicio inicia las instancias de 
cómputo de ML e implementa el modelo o los modelos según se especifica en la configuración.

Una vez que tenga su configuración de modelo y punto de conexión, utilice la API de
CreateEndpoint para crear su punto de conexión. El nombre del punto de conexión debe ser 
único en una región de AWS de su cuenta de AWS.

Siga estas instrucciones para crear un punto de conexión utilizando la configuración especificada 
en la solicitud. Amazon SageMaker usa el punto de conexión para aprovisionar recursos e 
implementar modelos.

# The name of the endpoint. The name must be unique within an AWS Region in your AWS 
 account.
endpoint_name = '<endpoint-name>' 
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# The name of the endpoint configuration associated with this endpoint.
endpoint_config_name='<endpoint-config-name>'

create_endpoint_response = sagemaker_client.create_endpoint( 
                                            EndpointName=endpoint_name,  
                                            
 EndpointConfigName=endpoint_config_name) 

Para obtener más información, consulte la API CreateEndpoint.

SageMaker Python SDK

Defina un nombre para el punto de conexión. Este paso es opcional. Si no lo proporciona, 
SageMaker creará un nombre exclusivo para usted:

from datetime import datetime

endpoint_name = f"DEMO-{datetime.utcnow():%Y-%m-%d-%H%M}"
print("EndpointName =", endpoint_name)

Implemente el modelo en un punto de conexión HTTPS en tiempo real con el método deploy()
integrado del objeto de modelo. Proporcione el nombre del tipo de instancia de Amazon 
EC2 en el que se va a implementar este modelo en el campo instance_type junto con 
el número inicial de instancias en las que se ejecutará el punto de conexión para el campo
initial_instance_count:

initial_instance_count=<integer>
# initial_instance_count=1 # Example

instance_type='<instance-type>'
# instance_type='ml.m4.xlarge' # Example

# Uncomment if you did not define this variable in the previous step
#data_capture_config = <name-of-data-capture-configuration>

model.deploy( 
    initial_instance_count=initial_instance_count, 
    instance_type=instance_type, 
    endpoint_name=endpoint_name, 
    data_capture_config=data_capture_config
)
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Ver datos capturados

Cree un objeto predictor a partir de la clase predictor del SDK de SageMaker Python. Utilizará el 
objeto devuelto por la clase Predictor para invocar su punto de conexión en un futuro. Proporcione 
el nombre de su punto de conexión (definido anteriormente como endpoint_name), junto con los 
objetos serializadores y deserializadores para el serializador y el deserializador, respectivamente.
Para obtener información sobre los tipos de serializadores, consulta la clase Serializers en el SDK de 
Python. SageMaker

from sagemaker.predictor import Predictor
from sagemaker.serializers import <Serializer>
from sagemaker.deserializers import <Deserializers>

predictor = Predictor(endpoint_name=endpoint_name, 
                      serializer = <Serializer_Class>, 
                      deserializer = <Deserializer_Class>)

# Example
#from sagemaker.predictor import Predictor
#from sagemaker.serializers import CSVSerializer
#from sagemaker.deserializers import JSONDeserializer

#predictor = Predictor(endpoint_name=endpoint_name,
#                      serializer=CSVSerializer(),
#                      deserializer=JSONDeserializer())

En el siguiente escenario de ejemplo de código, se invoca el punto de conexión con los datos 
de validación de muestra que se almacenaron localmente en un archivo CSV denominado
validation_with_predictions. El conjunto de validación de muestras contiene etiquetas para 
cada entrada.

Las primeras líneas de la instrucción with abren primero el archivo CSV del conjunto de validación, 
luego dividen cada fila del archivo por un carácter de coma "," y, a continuación, almacenan 
los dos objetos devueltos en una etiqueta y en las variables input_cols. Para cada fila, la entrada 
(input_cols) se pasa al método integrado Predictor.predict() de los objetos de la variable 
de predicción (predictor).

Suponga que el modelo devuelve una probabilidad. Las probabilidades oscilan entre valores 
enteros de 0 y 1,0. Si la probabilidad devuelta por el modelo es superior al 80 % (0,8), se asigna a la 
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predicción una etiqueta de valor entero de 1. De lo contrario, se asigna a la predicción una etiqueta 
de valor entero de 0.

from time import sleep

validate_dataset = "validation_with_predictions.csv"

# Cut off threshold of 80%
cutoff = 0.8

limit = 200  # Need at least 200 samples to compute standard deviations
i = 0
with open(f"test_data/{validate_dataset}", "w") as validation_file: 
    validation_file.write("probability,prediction,label\n")  # CSV header 
    with open("test_data/validation.csv", "r") as f: 
        for row in f: 
            (label, input_cols) = row.split(",", 1) 
            probability = float(predictor.predict(input_cols)) 
            prediction = "1" if probability > cutoff else "0" 
            baseline_file.write(f"{probability},{prediction},{label}\n") 
            i += 1 
            if i > limit: 
                break 
            print(".", end="", flush=True) 
            sleep(0.5)
print()
print("Done!")

Dado que habilitó la captura de datos en los pasos anteriores, la carga de solicitud y respuesta, 
junto con algunos metadatos adicionales, se guarda en la ubicación de Amazon S3 especificada en
DataCaptureConfig. La entrega de los datos de captura a Amazon S3 puede tardar un par de 
minutos.

Para ve la fecha de captura, enumere los archivos de captura de datos almacenados en Amazon S3. 
El formato de la ruta de Amazon S3 es: s3:///{endpoint-name}/{variant-name}/yyyy/mm/
dd/hh/filename.jsonl.

Espere ver archivos diferentes de distintos períodos de tiempo, organizados en función de la hora en 
que se produjo la invocación. Ejecute lo siguiente para imprimir el contenido de un único archivo de 
captura:
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print("\n".join(capture_file[-3:-1]))

Esto devolverá un archivo SageMaker específico con formato JSONline. Lo siguiente es un ejemplo 
de respuesta tomado de un punto de conexión en tiempo real que se invocó con los datos csv/
text:

{"captureData":{"endpointInput":{"observedContentType":"text/csv","mode":"INPUT",
"data":"69,0,153.7,109,194.0,105,256.1,114,14.1,6,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,1,0,1,0\n",
"encoding":"CSV"},"endpointOutput":{"observedContentType":"text/csv; 
 charset=utf-8","mode":"OUTPUT","data":"0.0254181120544672","encoding":"CSV"}},
"eventMetadata":{"eventId":"aaaaaaaa-bbbb-cccc-dddd-
eeeeeeeeeeee","inferenceTime":"2022-02-14T17:25:49Z"},"eventVersion":"0"}
{"captureData":{"endpointInput":{"observedContentType":"text/csv","mode":"INPUT",
"data":"94,23,197.1,125,214.5,136,282.2,103,9.5,5,4,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,1,0,1,0,1\n",
"encoding":"CSV"},"endpointOutput":{"observedContentType":"text/csv; 
 charset=utf-8","mode":"OUTPUT","data":"0.07675473392009735","encoding":"CSV"}},
"eventMetadata":{"eventId":"aaaaaaaa-bbbb-cccc-dddd-
eeeeeeeeeeee","inferenceTime":"2022-02-14T17:25:49Z"},"eventVersion":"0"}

En el ejemplo anterior, el objeto capture_file es un tipo de lista. Indexe el primer elemento de la 
lista para ver una única solicitud de inferencia.

# The capture_file object is a list. Index the first element to view a single inference 
 request   
print(json.dumps(json.loads(capture_file[0]), indent=2))

Esto devolverá una respuesta similar a la siguiente. Los valores devueltos diferirán en función de la 
configuración del punto final, el SageMaker modelo y los datos capturados:

{ 
  "captureData": { 
    "endpointInput": { 
      "observedContentType": "text/csv", # data MIME type 
      "mode": "INPUT", 
      "data": 
 "50,0,188.9,94,203.9,104,151.8,124,11.6,8,3,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,1,1,0,1,0\n", 
      "encoding": "CSV" 
    }, 
    "endpointOutput": { 
      "observedContentType": "text/csv; charset=character-encoding", 
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      "mode": "OUTPUT", 
      "data": "0.023190177977085114", 
      "encoding": "CSV" 
    } 
  }, 
  "eventMetadata": { 
    "eventId": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee", 
    "inferenceTime": "2022-02-14T17:25:06Z" 
  }, 
  "eventVersion": "0"
}

Captura de datos del trabajo de transformación por lotes

Los pasos necesarios para activar la captura de datos para su trabajo de transformación por lotes 
son similares independientemente de si utiliza el SDK de Python AWS SDK for Python (Boto) 
o el de SageMaker Python. Si utilizas el AWS SDK, define el DataCaptureConfigdiccionario, 
junto con los campos obligatorios, en el CreateTransformJob método para activar la captura 
de datos. Si usas el SDK de SageMaker Python, importa la BatchDataCaptureConfig
clase e inicializa una instancia de esta clase. A continuación, pase este objeto al parámetro
batch_data_capture_config de la instancia de trabajo de transformación.

Para utilizar los siguientes fragmentos de código, sustituya el texto marcador de posición en 
cursiva del código de ejemplo por su propia información.

Cómo establecer la captura de datos

Especifique una configuración de captura de datos al lanzar un trabajo de transformación. Ya 
sea que utilice el SDK de SageMaker Python AWS SDK for Python (Boto3) o el de Python, debe 
proporcionar el DestinationS3Uri argumento, que es el directorio en el que desea que el 
trabajo de transformación registre los datos capturados. Si lo desea, también puede especificar los 
siguientes parámetros:

• KmsKeyId: la clave AWS KMS utilizada para cifrar los datos capturados.

• GenerateInferenceId: un indicador booleano que, al capturar los datos, indica si desea que el 
trabajo de transformación anexe el identificador de inferencia y la hora a la salida. Esto es útil para 
la supervisión de la calidad del modelo, donde es necesario ingerir los datos de Ground Truth. El 
ID de inferencia y la hora ayudan a cotejar los datos capturados con sus datos de Ground Truth.
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AWS SDK for Python (Boto3)

Configure los datos que desee capturar con el DataCaptureConfigdiccionario cuando cree un 
trabajo de transformación mediante el CreateTransformJob método.

input_data_s3_uri = "s3://input_S3_uri"
output_data_s3_uri = "s3://output_S3_uri"
data_capture_destination = "s3://captured_data_S3_uri"

model_name = "model_name"

sm_client.create_transform_job( 
    TransformJobName="transform_job_name", 
    MaxConcurrentTransforms=2, 
    ModelName=model_name, 
    TransformInput={ 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
                "S3Uri": input_data_s3_uri, 
            } 
        }, 
        "ContentType": "text/csv", 
        "CompressionType": "None", 
        "SplitType": "Line", 
    }, 
    TransformOutput={ 
        "S3OutputPath": output_data_s3_uri, 
        "Accept": "text/csv", 
        "AssembleWith": "Line", 
    }, 
    TransformResources={ 
        "InstanceType": "ml.m4.xlarge", 
        "InstanceCount": 1, 
    }, 
    DataCaptureConfig={ 
       "DestinationS3Uri": data_capture_destination, 
       "KmsKeyId": "kms_key", 
       "GenerateInferenceId": True, 
    } 
    )
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SageMaker Python SDK

Importe la clase BatchDataCaptureConfig del sagemaker.model_monitor.

from sagemaker.transformer import Transformer
from sagemaker.inputs import BatchDataCaptureConfig

# Optional - The S3 URI of where to store captured data in S3
data_capture_destination = "s3://captured_data_S3_uri"

model_name = "model_name"

transformer = Transformer(model_name=model_name, ...)
transform_arg = transformer.transform( 
    batch_data_capture_config=BatchDataCaptureConfig( 
        destination_s3_uri=data_capture_destination, 
        kms_key_id="kms_key", 
        generate_inference_id=True, 
    ), 
    ...
)

Cómo ver los datos capturados

Una vez que se completa el trabajo de transformación, los datos capturados se registran bajo 
el DestinationS3Uri que proporcionó en la configuración de captura de datos. Hay dos 
subdirectorios en DestinationS3Uri, /input y /output. Si DestinationS3Uri es s3://my-
data-capture, el trabajo de transformación crea los siguientes directorios:

• s3://my-data-capture/input: los datos de entrada capturados para el trabajo de 
transformación.

• s3://my-data-capture/output: los datos de salida capturados para el trabajo de 
transformación.

Para evitar la duplicación de datos, los datos capturados en los dos directorios anteriores son 
manifiestos. Cada manifiesto es un archivo JSONL que contiene las ubicaciones de Amazon S3 de 
los objetos de origen. Un archivo de manifiesto puede verse como el siguiente ejemplo:

# under "/input" directory
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[ 
    {"prefix":"s3://input_S3_uri/"}, 
    "dummy_0.csv", 
    "dummy_1.csv", 
    "dummy_2.csv", 
    ...
]

# under "/output" directory
[ 
    {"prefix":"s3://output_S3_uri/"}, 
    "dummy_0.csv.out", 
    "dummy_1.csv.out", 
    "dummy_2.csv.out", 
    ...
]

El trabajo de transformación organiza y etiqueta estos manifiestos con el prefijo S3 aaaa/mm/dd/
hh para indicar cuándo se capturaron. Esto ayuda al monitor de modelos a determinar la parte de 
datos adecuada que debe analizarse. Por ejemplo, si comienza el trabajo de transformación el 26 
de agosto de 2022 a las 13:00 UTC, los datos capturados se etiquetan con una cadena de prefijo
2022/08/26/13/.

InferenceId Generación

Al configurar DataCaptureConfig para un trabajo de transformación, puede activar el indicador 
booleano GenerateInferenceId. Esto es particularmente útil cuando necesita ejecutar trabajos 
de supervisión de la calidad y el sesgo del modelo, para lo cual necesita datos de Ground Truth 
ingeridos por los usuarios. El monitor de modelos se basa en un ID de inferencia para cotejar los 
datos capturados y los datos de Ground Truth. Para obtener más información sobre la ingestión de 
Ground Truth, consulte Ingestión de etiquetas de Ground Truth y combinación con predicciones. 
Cuando GenerateInferenceId está activado, el resultado de la transformación anexa un ID de 
inferencia (un UUID asignado al azar), así como la hora de inicio del trabajo de transformación en 
UTC para cada registro. Necesita estos dos valores para ejecutar la supervisión de la calidad y el 
sesgo del modelo. Cuando construye los datos de Ground Truth, debe proporcionar el mismo ID de 
inferencia para cotejar los datos de salida. Actualmente, esta característica admite la transformación 
de las salidas en los formatos CSV, JSON y JSONL.

Si el resultado de la transformación está en formato CSV, el archivo de salida tiene el siguiente 
aspecto:
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0, 1f1d57b1-2e6f-488c-8c30-db4e6d757861,2022-08-30T00:49:15Z
1, 22445434-0c67-45e9-bb4d-bd1bf26561e6,2022-08-30T00:49:15Z
...

Las dos últimas columnas son el identificador de inferencia y la hora de inicio del trabajo de 
transformación. No los modifique. Las columnas restantes son los resultados del trabajo de 
transformación.

Si el resultado de la transformación está en formato JSON o JSONL, el archivo de salida tiene el 
siguiente aspecto:

{"output": 0, "SageMakerInferenceId": "1f1d57b1-2e6f-488c-8c30-db4e6d757861", 
 "SageMakerInferenceTime": "2022-08-30T00:49:15Z"}
{"output": 1, "SageMakerInferenceId": "22445434-0c67-45e9-bb4d-bd1bf26561e6", 
 "SageMakerInferenceTime": "2022-08-30T00:49:15Z"}
... 
                 

Hay dos campos anexados que están reservados, SageMakerInferenceId y
SageMakerInferenceTime. No modifique estos campos si necesita supervisar la calidad del 
modelo o el sesgo del modelo; los necesita para los trabajos de fusión.

Supervisión de la calidad de los datos

La supervisión de la calidad de los datos supervisa automáticamente los modelos de machine 
learning (ML) en producción y le avisa cuando surgen problemas de calidad de datos. Los modelos 
de ML en producción tienen que hacer predicciones sobre datos del mundo real que no están 
cuidadosamente seleccionados como la mayoría de los conjuntos de datos de entrenamiento. Si la 
naturaleza estadística de los datos que recibe el modelo mientras está en producción se desvía de la 
naturaleza de los datos de referencia en los que se realizó el entrenamiento, el modelo comienza a 
perder precisión en sus predicciones. Amazon SageMaker Model Monitor utiliza reglas para detectar 
la desviación de datos y le avisa cuando ocurre. Para supervisar la calidad de los datos, siga estos 
pasos:

• Habilite la captura de datos. Esto captura las entradas y salidas de inferencias de un punto de 
conexión de inferencia en tiempo real o de un trabajo de transformación por lotes y almacena los 
datos en Amazon S3. Para obtener más información, consulte Capturar datos.
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• Cree una referencia. En este paso, ejecutará un trabajo de referencia que analiza un conjunto de 
datos de entrada que usted proporciona. La referencia calcula las restricciones de esquema de 
referencia y las estadísticas para cada característica utilizando Deequ, una biblioteca de código 
abierto creada en Apache Spark, que se utiliza para medir la calidad de los datos en grandes 
conjuntos de datos. Para obtener más información, consulte Crear una referencia.

• Defina y programe los trabajos de supervisión de la calidad de los datos. Para obtener información 
específica y ejemplos de códigos de trabajos de supervisión de la calidad de los datos, consulte
Programe trabajos de supervisión de la calidad de los datos. Para obtener información general 
sobre los trabajos de supervisión, consulte Programe trabajos de supervisión.

• Si lo desea, utilice scripts de preprocesamiento y postprocesamiento para transformar los 
datos que salen del análisis de calidad de los datos. Para obtener más información, consulte
Preprocesamiento y postprocesamiento.

• Vea las métricas de calidad de los datos. Para obtener más información, consulte Esquema para 
estadísticas (archivo statistics.json).

• Integre la supervisión de la calidad de los datos con Amazon CloudWatch. Para obtener más 
información, consulte CloudWatch Métricas.

• Interprete los resultados de un trabajo de supervisión. Para obtener más información, consulte
Interpretación de los resultados.

• Utilice SageMaker Studio para permitir la supervisión de la calidad de los datos y visualizar los 
resultados si utiliza un punto final en tiempo real. Para obtener más información, consulte Visualice 
los resultados de los puntos de enlace en tiempo real en Amazon Studio SageMaker .

Note

El monitor de modelos calcula las métricas y estadísticas del modelo únicamente a partir 
de datos tabulares. Por ejemplo, aún se puede supervisar un modelo de clasificación de 
imágenes que toma imágenes como entrada y genera una etiqueta basada en esa imagen. 
El monitor de modelos podría calcular métricas y estadísticas para la salida, no para la 
entrada.

Temas

• Crear una referencia

• Programe trabajos de supervisión de la calidad de los datos
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• Esquema para estadísticas (archivo statistics.json)

• CloudWatch Métricas

• Esquema para infracciones (archivo constraint_violations.json)

Crear una referencia

Los cálculos de referencia de las estadísticas y las restricciones son necesarios como norma 
para detectar la deriva de los datos y otros problemas de calidad de los datos. El monitor 
de modelos proporciona un contenedor integrado que brinda la capacidad de sugerir las 
restricciones automáticamente para la entrada CSV y JSON plana. Este sagemaker-model-monitor-
analyzercontenedor también le proporciona una gama de capacidades de monitoreo de modelos, 
incluida la validación de restricciones con respecto a una línea base y la emisión de métricas de 
Amazon CloudWatch . Este contenedor se basa en la versión 3.3.0 de Spark y se crea con la 
versión 2.0.2 de Deequ. Todos los nombres de las columnas de su conjunto de datos de referencia 
deben cumplir con Spark. Para los nombres de las columnas, usa solo caracteres en minúscula y _
como único carácter especial.

El conjunto de datos de entrenamiento que utilizó para entrenar al modelo suele ser un buen 
conjunto de datos de referencia. El esquema de datos del conjunto de datos de entrenamiento y 
el esquema de conjunto de datos de inferencia deben coincidir exactamente (el número y el orden 
de las características). Tenga en cuenta que las columnas de predicción/salida son las primeras 
columnas del conjunto de datos de entrenamiento. A partir del conjunto de datos de entrenamiento, 
puedes solicitar SageMaker que te sugieran un conjunto de restricciones de referencia y generar 
estadísticas descriptivas para explorar los datos. Para este ejemplo, cargue el conjunto de datos de 
entrenamiento que se utilizó para entrenar el modelo preentrenado incluido en este ejemplo. Si ya ha 
almacenado el conjunto de datos de entrenamiento en Amazon S3, puede apuntar a él directamente.

Para crear una referencia a partir de un conjunto de datos de entrenamiento

Cuando tenga los datos de entrenamiento listos y almacenados en Amazon S3, inicie un trabajo de 
procesamiento básico con el DefaultModelMonitor.suggest_baseline(..) SDK de Amazon 
SageMaker Python. Esto utiliza un Contenedor prediseñado de Amazon SageMaker Model Monitor
que genera estadísticas de referencia y sugiere restricciones de referencia para el conjunto de datos 
y las escribe en la ubicación output_s3_uri que especifique.

from sagemaker.model_monitor import DefaultModelMonitor
from sagemaker.model_monitor.dataset_format import DatasetFormat
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my_default_monitor = DefaultModelMonitor( 
    role=role, 
    instance_count=1, 
    instance_type='ml.m5.xlarge', 
    volume_size_in_gb=20, 
    max_runtime_in_seconds=3600,
)

my_default_monitor.suggest_baseline( 
    baseline_dataset=baseline_data_uri+'/training-dataset-with-header.csv', 
    dataset_format=DatasetFormat.csv(header=True), 
    output_s3_uri=baseline_results_uri, 
    wait=True
)

Note

Si proporciona los nombres de las características o columnas del conjunto de datos de 
entrenamiento como primera fila y configura la header=True opción como se muestra en 
el ejemplo de código anterior, SageMaker utilizará el nombre de la función en el archivo de 
restricciones y estadísticas.

Las estadísticas de referencia para el conjunto de datos están contenidas en el archivo statistics.json 
y las restricciones de referencia sugeridas están contenidas en el archivo constraints.json en la 
ubicación que especifique con output_s3_uri.

Archivos de salida para estadísticas y restricciones de conjunto de datos tabular

Nombre de archivo Descripción

statistics.json Se espera que este archivo tenga estadísticas 
en columnas para cada característica en el 
conjunto de datos que se analiza. Para obtener 
más información acerca del esquema para este 
archivo, consulte Esquema para estadísticas 
(archivo statistics.json).

constraints.json Se espera que este archivo tenga las restricci 
ones en las características observadas. Para 
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Nombre de archivo Descripción

obtener más información acerca del esquema 
para este archivo, consulte Esquema para 
restricciones (archivo constraints.json).

El SDK de Amazon SageMaker Python proporciona funciones prácticas que se describen para 
generar las restricciones y las estadísticas de referencia. Pero si desea llamar al trabajo de 
procesamiento directamente para este fin en su lugar, debe establecer el mapa Environment como 
se muestra en el siguiente ejemplo:

"Environment": { 
    "dataset_format": "{\"csv\”: { \”header\”: true}", 
    "dataset_source": "/opt/ml/processing/sm_input", 
    "output_path": "/opt/ml/processing/sm_output", 
    "publish_cloudwatch_metrics": "Disabled",
}

Programe trabajos de supervisión de la calidad de los datos

Una vez que haya creado su referencia, puede utilizar el método
create_monitoring_schedule() de la instancia de clase DefaultModelMonitor para 
programar una supervisión de calidad de los datos cada hora. En las siguientes secciones, se 
muestra cómo crear un monitor de calidad de datos para un modelo implementado en un punto de 
conexión en tiempo real, así como para un trabajo de transformación por lotes.

Important

Puede especificar una entrada de transformación por lotes o una entrada de punto de 
conexión, pero no ambas, al crear su programa de supervisión.

Supervisión de la calidad de los datos para los modelos implementados en puntos de 
conexión en tiempo real

Para programar un monitor de calidad de datos para un punto de conexión en tiempo 
real, pase la instancia EndpointInput al argumento endpoint_input de la instancia
DefaultModelMonitor, como se muestra en el siguiente ejemplo de código:
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from sagemaker.model_monitor import CronExpressionGenerator 
                 
data_quality_model_monitor = DefaultModelMonitor( 
   role=sagemaker.get_execution_role(), 
   ...
)

schedule = data_quality_model_monitor.create_monitoring_schedule( 
   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   statistics=data_quality_model_monitor.baseline_statistics(), 
   constraints=data_quality_model_monitor.suggested_constraints(), 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint", 
   )
)

Supervisión de la calidad de los datos para trabajos de transformación por lotes

Para programar un monitor de calidad de datos para un trabajo de transformación por lotes, pase 
la instancia BatchTransformInput al argumento batch_transform_input de la instancia
DefaultModelMonitor, como se muestra en el siguiente ejemplo de código:

from sagemaker.model_monitor import CronExpressionGenerator 
                 
data_quality_model_monitor = DefaultModelMonitor( 
   role=sagemaker.get_execution_role(), 
   ...
)

schedule = data_quality_model_monitor.create_monitoring_schedule( 
    monitor_schedule_name=mon_schedule_name, 
    batch_transform_input=BatchTransformInput( 
        data_captured_destination_s3_uri=s3_capture_upload_path, 
        destination="/opt/ml/processing/input", 
        dataset_format=MonitoringDatasetFormat.csv(header=False), 
    ), 
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    output_s3_uri=s3_report_path, 
    statistics= statistics_path, 
    constraints = constraints_path, 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

Esquema para estadísticas (archivo statistics.json)

El contenedor prediseñado de Amazon SageMaker Model Monitor calcula las estadísticas por 
columna o función. Las estadísticas se calculan para el conjunto de datos de referencia y también 
para el conjunto de datos actual que se está analizando.

{ 
    "version": 0, 
    # dataset level stats 
    "dataset": { 
        "item_count": number 
    }, 
    # feature level stats 
    "features": [ 
        { 
            "name": "feature-name", 
            "inferred_type": "Fractional" | "Integral", 
            "numerical_statistics": { 
                "common": { 
                    "num_present": number, 
                    "num_missing": number 
                }, 
                "mean": number, 
                "sum": number, 
                "std_dev": number, 
                "min": number, 
                "max": number, 
                "distribution": { 
                    "kll": { 
                        "buckets": [ 
                            { 
                                "lower_bound": number, 
                                "upper_bound": number, 
                                "count": number 
                            } 
                        ], 
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                        "sketch": { 
                            "parameters": { 
                                "c": number, 
                                "k": number 
                            }, 
                            "data": [ 
                                [ 
                                    num, 
                                    num, 
                                    num, 
                                    num 
                                ], 
                                [ 
                                    num, 
                                    num 
                                ][ 
                                    num, 
                                    num 
                                ] 
                            ] 
                        }#sketch 
                    }#KLL 
                }#distribution 
            }#num_stats 
        }, 
        { 
            "name": "feature-name", 
            "inferred_type": "String", 
            "string_statistics": { 
                "common": { 
                    "num_present": number, 
                    "num_missing": number 
                }, 
                "distinct_count": number, 
                "distribution": { 
                    "categorical": { 
                         "buckets": [ 
                                { 
                                    "value": "string", 
                                    "count": number 
                                } 
                          ] 
                     } 
                } 
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            }, 
            #provision for custom stats 
        } 
    ]
}

Tenga en cuenta lo siguiente:

• Los contenedores prediseñados calculan el boceto KLL que es un boceto compacto de cuantiles.

• Por defecto, materializamos la distribución en 10 buckets. Esto no se puede configurar 
actualmente.

CloudWatch Métricas

Puede usar el contenedor integrado de Amazon SageMaker Model Monitor para CloudWatch 
las métricas. Cuando la emit_metrics opción está Enabled en el archivo de restricciones de 
referencia, SageMaker emite estas métricas para cada función o columna observada en el conjunto 
de datos en el siguiente espacio de nombres:

• Espacio de nombres For real-time endpoints: /aws/sagemaker/Endpoints/data-
metric con dimensiones EndpointName y ScheduleName.

• Espacio de nombres For batch transform jobs: /aws/sagemaker/ModelMonitoring/
data-metric con dimensión MonitoringSchedule.

En el caso de los campos numéricos, el contenedor integrado emite las siguientes métricas: 
CloudWatch

• Métrica: Máx → consulta para MetricName: feature_data_{feature_name}, Stat: Max

• Métrica: Mín → consulta para MetricName: feature_data_{feature_name}, Stat: Min

• Métrica: Suma → consulta para MetricName: feature_data_{feature_name}, Stat: Sum

• Métrica: SampleCount → consulta para MetricName: feature_data_{feature_name}, 
Stat: SampleCount

• Métrica: Promedio → consulta para MetricName: feature_data_{feature_name}, Stat: 
Average
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Tanto para los campos numéricos como para los de cadena, el contenedor integrado emite las 
siguientes CloudWatch métricas:

• Métrica: Integridad → consulta para MetricName: feature_non_null_{feature_name}, 
Stat: Sum

• Métrica: Desviación de la referencia → consulta para MetricName: 
feature_baseline_drift_{feature_name}, Stat: Sum

Esquema para infracciones (archivo constraint_violations.json)

El archivo de infracciones se genera como la salida de a MonitoringExecution, que enumera los 
resultados de la evaluación de las infracciones (especificadas en el archivo constraints.json) respecto 
al conjunto de datos actual que se analizó. El contenedor prediseñado de Amazon SageMaker Model 
Monitor proporciona las siguientes comprobaciones de infracciones.

{ 
    "violations": [{ 
      "feature_name" : "string", 
      "constraint_check_type" : 
              "data_type_check", 
            | "completeness_check", 
            | "baseline_drift_check", 
            | "missing_column_check", 
            | "extra_column_check", 
            | "categorical_values_check" 
      "description" : "string" 
    }]
}

Tipos de infracciones supervisadas

Tipo de comprobación de infracción Descripción

data_type_check Si los tipos de datos de la ejecución actual no 
son los mismos que en el conjunto de datos de 
referencia, se marca esta infracción.

Durante el paso de línea base, las restricciones 
generadas sugieren el tipo de datos inferido 
para cada columna. El parámetro monitorin 
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Tipo de comprobación de infracción Descripción

g_config.datatype_check_thr 
eshold  se puede modificar para ajustar el 
umbral cuando se marca como infracción.

completeness_check Si la integridad (% de elementos no nulos) 
observada en la ejecución actual supera el 
umbral especificado en el umbral de integridad 
especificado por característica, se marca esta 
infracción.

Durante el paso de referencia, las restricciones 
generadas sugieren un valor de integridad.

baseline_drift_check Si la distancia de distribución calculada entre 
los conjuntos de datos actual y de referenci 
a es mayor que el umbral especificado en
monitoring_config.compariso 
n_threshold , se marca esta infracción.

missing_column_check Si el número de columnas en el conjunto de 
datos actual es menor que el número en el 
conjunto de datos de referencia, se marca esta 
infracción.

extra_column_check Si el número de columnas del conjunto de 
datos actual es mayor que el número en la 
referencia, se marca esta infracción.

categorical_values_check Si hay más valores desconocidos en el 
conjunto de datos actual que en el conjunto de 
datos de referencia, se marca esta infracció 
n. Este valor viene dictado por el umbral 
de monitoring_config.domain_co 
ntent_threshold .
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Supervisión de la calidad del modelo

Los trabajos de supervisión de la calidad del modelo supervisan el rendimiento de un modelo 
comparando las predicciones que hace el modelo con las etiquetas Ground Truth reales que el 
modelo intenta predecir. Para ello, la supervisión de la calidad del modelo combina los datos 
capturados a partir de inferencias en tiempo real o por lotes con etiquetas reales que se almacenan 
en un bucket de Amazon S3 y, a continuación, compara las predicciones con las etiquetas reales.

Para medir la calidad del modelo, el monitor de modelos utiliza métricas que dependen del tipo de 
problema de ML. Por ejemplo, si el modelo es para un problema de regresión, una de las métricas 
evaluadas es el error cuadrático medio (mse). Para obtener información sobre todas las métricas 
utilizadas para los distintos tipos de problemas de ML, consulte Métricas de calidad del modelo.

La supervisión de la calidad del modelo sigue los mismos pasos que la supervisión de la calidad 
de los datos, pero agrega el paso adicional de combinar las etiquetas reales de Amazon S3 con 
las predicciones capturadas del punto de conexión de inferencia en tiempo real o del trabajo de 
transformación por lotes. Para supervisar la calidad del modelo, siga estos pasos:

• Habilite la captura de datos. Esto captura las entradas y salidas de inferencias de un punto de 
conexión de inferencia en tiempo real o de un trabajo de transformación por lotes y almacena los 
datos en Amazon S3. Para obtener más información, consulte Capturar datos.

• Cree una referencia. En este paso, ejecuta un trabajo de referencia que compara las predicciones 
del modelo con las etiquetas de Ground Truth en un conjunto de datos de referencia. El trabajo de 
referencia crea automáticamente reglas y restricciones estadísticas de referencia que definen los 
umbrales con los que se evalúa el rendimiento del modelo. Para obtener más información, consulte
Creación de una referencia de calidad del modelo.

• Defina y programe los trabajos de supervisión de la calidad del modelo. Para obtener información 
específica y ejemplos de códigos de los trabajos de supervisión de la calidad del modelo, consulte
Programe trabajos de supervisión de la calidad del modelo. Para obtener información general 
sobre los trabajos de supervisión, consulte Programe trabajos de supervisión.

• Ingiera etiquetas de Ground Truth que el monitor de modelos fusiona con los datos de 
predicción capturados de un punto de conexión de inferencia en tiempo real o de un trabajo de 
transformación por lotes. Para obtener más información, consulte Ingestión de etiquetas de Ground 
Truth y combinación con predicciones.

• Integre la supervisión de la calidad de los modelos con Amazon CloudWatch. Para obtener más 
información, consulte  CloudWatch Métricas de calidad del modelo.
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• Interprete los resultados de un trabajo de supervisión. Para obtener más información, consulte
Interpretación de los resultados.

• Use SageMaker Studio para permitir el monitoreo de la calidad del modelo y visualizar los 
resultados. Para obtener más información, consulte Visualice los resultados de los puntos de 
enlace en tiempo real en Amazon Studio SageMaker .

Temas

• Creación de una referencia de calidad del modelo

• Programe trabajos de supervisión de la calidad del modelo

• Ingestión de etiquetas de Ground Truth y combinación con predicciones

• Métricas de calidad del modelo

• CloudWatch Métricas de calidad del modelo

Creación de una referencia de calidad del modelo

Cree un trabajo de referencia que compare las predicciones de su modelo con las etiquetas de 
Ground Truth de un conjunto de datos de referencia que haya almacenado en Amazon S3. Por lo 
general, utiliza un conjunto de datos de entrenamiento como conjunto de datos de referencia. El 
trabajo de referencia calcula las métricas del modelo y sugiere las restricciones que se utilizarán para 
supervisar la desviación de calidad del modelo.

Para crear un trabajo de referencia, debe tener un conjunto de datos que contenga las predicciones 
de su modelo junto con etiquetas que representen la Ground Truth de sus datos.

Para crear un trabajo de referencia, utilice la ModelQualityMonitor clase proporcionada por el 
SDK de SageMaker Python y complete los siguientes pasos.

Par crear una referencia de calidad del modelo

1. Primero, cree una instancia de la clase ModelQualityMonitor. En el siguiente fragmento de 
código se muestra cómo hacerlo.

from sagemaker import get_execution_role, session, Session
from sagemaker.model_monitor import ModelQualityMonitor 
                 
role = get_execution_role()
session = Session()
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model_quality_monitor = ModelQualityMonitor( 
    role=role, 
    instance_count=1, 
    instance_type='ml.m5.xlarge', 
    volume_size_in_gb=20, 
    max_runtime_in_seconds=1800, 
    sagemaker_session=session
)

2. Ahora llame al método suggest_baseline del objeto ModelQualityMonitor para ejecutar 
un trabajo de referencia. En el siguiente fragmento de código se supone que tiene un conjunto 
de datos de referencia que contiene predicciones y etiquetas almacenadas en Amazon S3.

baseline_job_name = "MyBaseLineJob"
job = model_quality_monitor.suggest_baseline( 
    job_name=baseline_job_name, 
    baseline_dataset=baseline_dataset_uri, # The S3 location of the validation 
 dataset. 
    dataset_format=DatasetFormat.csv(header=True), 
    output_s3_uri = baseline_results_uri, # The S3 location to store the results. 
    problem_type='BinaryClassification', 
    inference_attribute= "prediction", # The column in the dataset that contains 
 predictions. 
    probability_attribute= "probability", # The column in the dataset that contains 
 probabilities. 
    ground_truth_attribute= "label" # The column in the dataset that contains 
 ground truth labels.
)
job.wait(logs=False)

3. Una vez que finalice el trabajo de referencia, puede ver las restricciones que ha generado el 
trabajo. En primer lugar, obtenga los resultados del trabajo de referencia llamando al método
latest_baselining_job del objeto ModelQualityMonitor.

baseline_job = model_quality_monitor.latest_baselining_job

4. El trabajo de referencia sugiere restricciones, que son umbrales para las métricas que modelan 
las medidas del monitor. Si una métrica supera el umbral sugerido, el monitor de modelos 
informa de una infracción. Para ver las restricciones que generó el trabajo de referencia, llame al 
método suggested_constraints del trabajo de referencia. El siguiente fragmento de código 
carga las restricciones de un modelo de clasificación binaria en un marco de datos de Pandas.
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import pandas as pd
pd.DataFrame(baseline_job.suggested_constraints().body_dict["binary_classification_constraints"]).T

Se recomienda consultar las restricciones generadas y modificarlas según sea necesario antes 
de utilizarlas para la supervisión. Por ejemplo, si una restricción es demasiado agresiva, es 
posible que reciba más alertas de infracciones de las que desearía.

Si la restricción contiene números expresados en notación científica, tendrá que convertirlos 
en números flotantes. En el siguiente ejemplo de secuencia de script de preprocesamiento de 
Python, se muestra cómo convertir números en notación científica en números flotantes.

import csv

def fix_scientific_notation(col): 
    try: 
        return format(float(col), "f") 
    except: 
        return col

def preprocess_handler(csv_line): 
    reader = csv.reader([csv_line]) 
    csv_record = next(reader) 
    #skip baseline header, change HEADER_NAME to the first column's name 
    if csv_record[0] == “HEADER_NAME”: 
       return [] 
    return { str(i).zfill(20) : fix_scientific_notation(d) for i, d in 
 enumerate(csv_record)}

Puede agregar el script de preprocesamiento a una referencia o a una programación 
de supervisión como un record_preprocessor_script tal y como se define en la 
documentación del Monitor de modelos.

5. Cuando esté satisfecho con las restricciones, páselas como el parámetro constraints al crear 
un programa de supervisión. Para obtener más información, consulte Programe trabajos de 
supervisión de la calidad del modelo.

Las restricciones de referencia sugeridas se incluyen en el archivo constraints.json, en la ubicación 
que especifique con output_s3_uri. Puede obtener información sobre el esquema de este archivo 
en Esquema para restricciones (archivo constraints.json).
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Programe trabajos de supervisión de la calidad del modelo

Una vez que haya creado su referencia, puede utilizar el método
create_monitoring_schedule() de la instancia de clase ModelQualityMonitor para 
programar una supervisión de calidad del modelo cada hora. En las siguientes secciones, se 
muestra cómo crear un monitor de calidad del modelo para un modelo implementado en un punto de 
conexión en tiempo real, así como para un trabajo de transformación por lotes.

Important

Puede especificar una entrada de transformación por lotes o una entrada de punto de 
conexión, pero no ambas, al crear su programa de supervisión.

A diferencia de la supervisión de la calidad de los datos, debe suministrar etiquetas Ground Truth 
si desea supervisar la calidad del modelo. Sin embargo, las etiquetas de Ground Truth podrían 
retrasarse. Para solucionar este problema, especifique los desplazamientos al crear su programa de 
supervisión.

Desplazamientos del monitor de modelos

Los trabajos de calidad del modelo incluyen StartTimeOffset y EndTimeOffset, 
que son campos del parámetro ModelQualityJobInput del método
create_model_quality_job_definition que funcionan de la siguiente manera:

• StartTimeOffset: si se especifica, los trabajos restan este tiempo de la hora de inicio.

• EndTimeOffset: si se especifica, los trabajos restan este tiempo de la hora de finalización.

El formato de los desplazamientos es, por ejemplo, -PT7H, donde 7H son 7 horas. Puede usar -
PT#H o -P#D, donde H=horas, D=días y M=minutos, y # es el número. Además, el desplazamiento 
debe tener el formato de duración ISO 8601.

Por ejemplo, si Ground Truth comienza a llegar después de 1 día, pero no se completa hasta dentro 
de una semana, establezca StartTimeOffset en -P8D y EndTimeOffset en -P1D. Luego, 
si programa un trabajo para que se ejecute el 2020-01-09T13:00, analizará los datos entre
2020-01-01T13:00 y2020-01-08T13:00.
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Important

La cadencia de la programación debe ser tal que una ejecución finalice antes de que 
comience la siguiente, lo que permite que Ground Truth combine el trabajo y supervise el 
trabajo desde la ejecución hasta que se complete. El tiempo de ejecución máximo de una 
ejecución se divide entre los dos trabajos, por lo que, en el caso de un trabajo de supervisión 
de la calidad del modelo cada hora, el valor de MaxRuntimeInSeconds especificado como 
parte de StoppingCondition no debe ser superior a 1800.

Supervisión de la calidad del modelo para los modelos implementados en puntos de 
conexión en tiempo real

Para programar un monitor de calidad del modelo para un punto de conexión en tiempo 
real, pase la instancia EndpointInput al argumento endpoint_input de la instancia
ModelQualityMonitor, como se muestra en el siguiente ejemplo de código:

from sagemaker.model_monitor import CronExpressionGenerator 
                     
model_quality_model_monitor = ModelQualityMonitor( 
   role=sagemaker.get_execution_role(), 
   ...
)

schedule = model_quality_model_monitor.create_monitoring_schedule( 
   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   schedule_cron_expression=CronExpressionGenerator.hourly(),     
   statistics=model_quality_model_monitor.baseline_statistics(), 
   constraints=model_quality_model_monitor.suggested_constraints(), 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint", 
        start_time_offset="-PT2D", 
        end_time_offset="-PT1D", 
    )
)
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Supervisión de la calidad del modelo para trabajos de transformación por lotes

Para programar un monitor de calidad del modelo para un trabajo de transformación por lotes, pase 
la instancia BatchTransformInput al argumento batch_transform_input de la instancia
ModelQualityMonitor, como se muestra en el siguiente ejemplo de código:

from sagemaker.model_monitor import CronExpressionGenerator

model_quality_model_monitor = ModelQualityMonitor( 
   role=sagemaker.get_execution_role(), 
   ...
)

schedule = model_quality_model_monitor.create_monitoring_schedule( 
    monitor_schedule_name=mon_schedule_name, 
    batch_transform_input=BatchTransformInput( 
        data_captured_destination_s3_uri=s3_capture_upload_path, 
        destination="/opt/ml/processing/input", 
        dataset_format=MonitoringDatasetFormat.csv(header=False), 
        # the column index of the output representing the inference probablity 
        probability_attribute="0", 
        # the threshold to classify the inference probablity to class 0 or 1 in  
        # binary classification problem 
        probability_threshold_attribute=0.5, 
        # look back 6 hour for transform job outputs. 
        start_time_offset="-PT6H", 
        end_time_offset="-PT0H" 
    ), 
    ground_truth_input=gt_s3_uri, 
    output_s3_uri=s3_report_path, 
    problem_type="BinaryClassification", 
    constraints = constraints_path, 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

Ingestión de etiquetas de Ground Truth y combinación con predicciones

La supervisión de la calidad del modelo compara las predicciones que hace su modelo con las 
etiquetas de Ground Truth para medir la calidad del modelo. Para que esto funcione, debe etiquetar 
periódicamente los datos capturados por su punto de conexión o trabajo de transformación por lotes 
y cargarlos en Amazon S3.
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Para cotejar las etiquetas de Ground Truth con los datos de predicción capturados, debe haber un 
identificador único para cada registro del conjunto de datos. La estructura de cada registro para los 
datos de verdad fundamental es la siguiente:

{ 
  "groundTruthData": { 
    "data": "1", 
    "encoding": "CSV" # only CSV supported at launch, we assume "data" only consists of 
 label 
  }, 
  "eventMetadata": { 
    "eventId": "aaaa-bbbb-cccc" 
  }, 
  "eventVersion": "0"
}

En la estructura groundTruthData, eventId puede ser una de las siguientes:

• eventId: este ID se genera automáticamente cuando un usuario invoca el punto de conexión.

• inferenceId: el intermediario proporciona este ID cuando invoca el punto de conexión.

Si inferenceId está presente en los registros de datos capturados, el monitor de modelos lo 
usa para combinar los datos capturados con los registros de Ground Truth. Usted es responsable 
de asegurarse de que el inferenceId en los registros de Ground Truth coincidan con los
inferenceId de los registros capturados. Si inferenceId no está presente en los registros de 
datos capturados, el monitor de modelos usa el eventId de los datos capturados para combinarlos 
con los registros de Ground Truth.

Debe cargar los datos de Ground Truth a un bucket de Amazon S3 que tenga el mismo formato de 
ruta que los datos capturados, que tiene el siguiente formato:

s3://bucket/prefix/yyyy/mm/dd/hh

La fecha de esta ruta es la fecha en que se recopiló la etiqueta de Ground Truth y no tiene por qué 
coincidir con la fecha en que se generó la inferencia.

Después de crear y cargar las etiquetas de Ground Truth, incluya la ubicación de las etiquetas 
como parámetro al crear el trabajo de supervisión. Si utiliza el AWS SDK for Python (Boto3), 
especifique la ubicación de las etiquetas de Ground Truth como el campo S3Uri del parámetro
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GroundTruthS3Input en una llamada al método create_model_quality_job_definition. 
Si utilizas el SDK de SageMaker Python, especifica la ubicación de las etiquetas de Ground Truth 
como ground_truth_input parámetro en create_monitoring_schedule la llamada al
ModelQualityMonitor objeto.

Métricas de calidad del modelo

Los trabajos de supervisión de la calidad del modelo calculan diferentes métricas según el tipo de 
problema de ML. En las siguientes secciones se detallan las métricas analizadas para cada tipo de 
problema de ML.

Note

La desviación estándar de las métricas se proporciona solo cuando hay al menos 
200 muestras disponibles. El monitor de modelos calcula la desviación estándar tomando 
muestras aleatorias del 80 % de los datos 5 veces, calculando la métrica y tomando la 
desviación estándar de esos resultados.

Métricas de regresión

A continuación, se muestra un ejemplo de las métricas que el monitor de calidad del modelo calcula 
para un problema de regresión.

"regression_metrics" : { 
    "mae" : { 
      "value" : 0.3711832061068702, 
      "standard_deviation" : 0.0037566388129940394 
    }, 
    "mse" : { 
      "value" : 0.3711832061068702, 
      "standard_deviation" : 0.0037566388129940524 
    }, 
    "rmse" : { 
      "value" : 0.609248066149471, 
      "standard_deviation" : 0.003079253267651125 
    }, 
    "r2" : { 
      "value" : -1.3766111872212665, 
      "standard_deviation" : 0.022653980022771227 
    } 
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  }

Métricas de clasificación binaria

A continuación, se muestra un ejemplo de las métricas que el monitor de calidad del modelo calcula 
para un problema de clasificación binaria.

"binary_classification_metrics" : { 
    "confusion_matrix" : { 
      "0" : { 
        "0" : 1, 
        "1" : 2 
      }, 
      "1" : { 
        "0" : 0, 
        "1" : 1 
      } 
    }, 
    "recall" : { 
      "value" : 1.0, 
      "standard_deviation" : "NaN" 
    }, 
    "precision" : { 
      "value" : 0.3333333333333333, 
      "standard_deviation" : "NaN" 
    }, 
    "accuracy" : { 
      "value" : 0.5, 
      "standard_deviation" : "NaN" 
    }, 
    "recall_best_constant_classifier" : { 
      "value" : 1.0, 
      "standard_deviation" : "NaN" 
    }, 
    "precision_best_constant_classifier" : { 
      "value" : 0.25, 
      "standard_deviation" : "NaN" 
    }, 
    "accuracy_best_constant_classifier" : { 
      "value" : 0.25, 
      "standard_deviation" : "NaN" 
    }, 
    "true_positive_rate" : { 
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      "value" : 1.0, 
      "standard_deviation" : "NaN" 
    }, 
    "true_negative_rate" : { 
      "value" : 0.33333333333333337, 
      "standard_deviation" : "NaN" 
    }, 
    "false_positive_rate" : { 
      "value" : 0.6666666666666666, 
      "standard_deviation" : "NaN" 
    }, 
    "false_negative_rate" : { 
      "value" : 0.0, 
      "standard_deviation" : "NaN" 
    }, 
    "receiver_operating_characteristic_curve" : { 
      "false_positive_rates" : [ 0.0, 0.0, 0.0, 0.0, 0.0, 1.0 ], 
      "true_positive_rates" : [ 0.0, 0.25, 0.5, 0.75, 1.0, 1.0 ] 
    }, 
    "precision_recall_curve" : { 
      "precisions" : [ 1.0, 1.0, 1.0, 1.0, 1.0 ], 
      "recalls" : [ 0.0, 0.25, 0.5, 0.75, 1.0 ] 
    }, 
    "auc" : { 
      "value" : 1.0, 
      "standard_deviation" : "NaN" 
    }, 
    "f0_5" : { 
      "value" : 0.3846153846153846, 
      "standard_deviation" : "NaN" 
    }, 
    "f1" : { 
      "value" : 0.5, 
      "standard_deviation" : "NaN" 
    }, 
    "f2" : { 
      "value" : 0.7142857142857143, 
      "standard_deviation" : "NaN" 
    }, 
    "f0_5_best_constant_classifier" : { 
      "value" : 0.29411764705882354, 
      "standard_deviation" : "NaN" 
    }, 
    "f1_best_constant_classifier" : { 
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      "value" : 0.4, 
      "standard_deviation" : "NaN" 
    }, 
    "f2_best_constant_classifier" : { 
      "value" : 0.625, 
      "standard_deviation" : "NaN" 
    } 
  }

Métricas multiclase

A continuación, se muestra un ejemplo de las métricas que el monitor de calidad del modelo calcula 
para un problema de clasificación multiclase.

"multiclass_classification_metrics" : { 
    "confusion_matrix" : { 
      "0" : { 
        "0" : 1180, 
        "1" : 510 
      }, 
      "1" : { 
        "0" : 268, 
        "1" : 138 
      } 
    }, 
    "accuracy" : { 
      "value" : 0.6288167938931297, 
      "standard_deviation" : 0.00375663881299405 
    }, 
    "weighted_recall" : { 
      "value" : 0.6288167938931297, 
      "standard_deviation" : 0.003756638812994008 
    }, 
    "weighted_precision" : { 
      "value" : 0.6983172269629505, 
      "standard_deviation" : 0.006195912915307507 
    }, 
    "weighted_f0_5" : { 
      "value" : 0.6803947317178771, 
      "standard_deviation" : 0.005328406973561699 
    }, 
    "weighted_f1" : { 
      "value" : 0.6571162346664904, 
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      "standard_deviation" : 0.004385008075019733 
    }, 
    "weighted_f2" : { 
      "value" : 0.6384024354394601, 
      "standard_deviation" : 0.003867109755267757 
    }, 
    "accuracy_best_constant_classifier" : { 
      "value" : 0.19370229007633588, 
      "standard_deviation" : 0.0032049848450732355 
    }, 
    "weighted_recall_best_constant_classifier" : { 
      "value" : 0.19370229007633588, 
      "standard_deviation" : 0.0032049848450732355 
    }, 
    "weighted_precision_best_constant_classifier" : { 
      "value" : 0.03752057718081697, 
      "standard_deviation" : 0.001241536088657851 
    }, 
    "weighted_f0_5_best_constant_classifier" : { 
      "value" : 0.04473443104152011, 
      "standard_deviation" : 0.0014460485504284792 
    }, 
    "weighted_f1_best_constant_classifier" : { 
      "value" : 0.06286421244683643, 
      "standard_deviation" : 0.0019113576884608862 
    }, 
    "weighted_f2_best_constant_classifier" : { 
      "value" : 0.10570313141262414, 
      "standard_deviation" : 0.002734216826748117 
    } 
  }

CloudWatch Métricas de calidad del modelo

Si estableces el valor de t enable_cloudwatch_metrics True al crear el programa de monitoreo, 
los trabajos de monitoreo de calidad del modelo envían todas las métricas a Amazon CloudWatch.

Las métricas de calidad del modelo aparecen en el siguiente espacio de nombres:

• For real-time endpoints: aws/sagemaker/Endpoints/model-metrics

• For batch transform jobs: aws/sagemaker/ModelMonitoring/model-metrics
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Para obtener una lista de las métricas que se emiten, consulte Métricas de calidad del modelo.

Puedes usar CloudWatch las métricas para crear una alarma cuando una métrica específica no 
alcance el umbral que especifiques. Para obtener instrucciones sobre cómo crear CloudWatch 
alarmas, consulte Crear una CloudWatch alarma basada en un umbral estático en la Guía del 
CloudWatch usuario de Amazon.

Supervisión de la desviación de sesgo de los modelos en 
producción
La supervisión SageMaker de sesgos de Amazon Clarify ayuda a los científicos de datos y a los 
ingenieros de aprendizaje automático a supervisar las predicciones de sesgo de forma regular. A 
medida que se supervisa el modelo, los clientes pueden ver informes y gráficos exportables que 
detallan el sesgo en SageMaker Studio y configurar alertas en Amazon CloudWatch para recibir 
notificaciones si se detecta un sesgo que supere un umbral determinado. El sesgo puede introducirse 
o agravarse en los modelos de ML implementados cuando los datos de entrenamiento difieren de 
los datos que el modelo ve durante la implementación (es decir, los datos en tiempo real). Estos 
tipos de cambios en la distribución de los datos en tiempo real pueden ser temporales (por ejemplo, 
debido a algunos eventos efímeros del mundo real) o permanentes. En cualquier caso, podría ser 
importante detectar estos cambios. Por ejemplo, los resultados de un modelo para predecir los 
precios de las viviendas pueden sesgarse si las tasas hipotecarias utilizadas para elaborar el modelo 
difieren de las tasas hipotecarias actuales del mundo real. Con las funciones de detección de sesgos 
de Model Monitor, cuando SageMaker detecta sesgos por encima de un determinado umbral, genera 
automáticamente métricas que puede ver en SageMaker Studio y a través de las CloudWatch alertas 
de Amazon.

En general, medir el sesgo solo durante la train-and-deploy fase puede no ser suficiente. Es posible 
que, una vez implementado el modelo, la distribución de los datos que ve el modelo implementado 
(es decir, los datos en tiempo real) sea diferente de la distribución de los datos en el conjunto de 
datos de entrenamiento. Este cambio podría introducir sesgos en un modelo a lo largo del tiempo. 
El cambio en la distribución de los datos en tiempo real puede ser temporal (por ejemplo, debido 
a algún comportamiento efímero, como la temporada navideña) o permanente. En cualquier caso, 
puede ser importante detectar estos cambios y tomar medidas para reducir el sesgo cuando sea 
apropiado.

Para detectar estos cambios, SageMaker Clarify proporciona la funcionalidad de monitorear 
continuamente las métricas de sesgo de un modelo implementado y emitir alertas automatizadas 
si las métricas superan un umbral. Por ejemplo, considere la métrica de sesgo DPPL. Especifique 

Supervisión de la desviación de sesgo 5454

https://docs.aws.amazon.com/AmazonCloudWatch/latest/monitoring/ConsoleAlarms.html


Amazon SageMaker Guía para desarrolladores

un rango de valores permitido A=(amin,amax), por ejemplo, un intervalo de (-0,1, 0,1), al que debe 
pertenecer DPPL durante la implementación. Cualquier desviación de este rango debería generar 
una alerta de sesgo detectado. Con SageMaker Clarify, puede realizar estas comprobaciones a 
intervalos regulares.

Por ejemplo, puede establecer la frecuencia de las comprobaciones en 2 días. Esto significa que 
SageMaker Clarify calcula la métrica DPPL a partir de los datos recopilados durante un período 
de 2 días. En este ejemplo, Dwin son los datos que el modelo procesó durante el último período de 
2 días. Se emite una alerta si el valor bwin de DPPL calculado en Dwin se encuentra fuera del rango 
permitido A. Este enfoque para comprobar si bwin está fuera de A puede resultar algo confuso. Dwin
 puede constar de muy pocas muestras y puede no ser representativo de la distribución de datos 
en tiempo real. El tamaño pequeño de la muestra significa que el valor del sesgo bwin calculado 
sobre Dwin podría no ser una estimación muy sólida. De hecho, se pueden observar valores de 
bwin muy altos (o bajos) por pura casualidad. Para garantizar que las conclusiones extraídas de los 
datos observados D win sean estadísticamente significativas, SageMaker Clarify utiliza intervalos de 
confianza. En concreto, utiliza el método del intervalo de arranque normal para construir un intervalo 
C = (cmin, cmax) de forma que SageMaker Clarify esté seguro de que el valor de sesgo real calculado 
sobre todos los datos en tiempo real está contenido en C, con una alta probabilidad. Ahora, si el 
intervalo de confianza C se superpone con el rango permitido A, SageMaker Clarify lo interpreta 
de la siguiente manera: «es probable que el valor métrico de sesgo de la distribución de datos en 
tiempo real se encuentre dentro del rango permitido». Si C y A están disjuntos, SageMaker Clarify 
está seguro de que la métrica de sesgo no se encuentra en A y genera una alerta.

Cuaderno de ejemplo del monitor de modelos

Amazon SageMaker Clarify proporciona el siguiente ejemplo de cuaderno en el que se muestra 
cómo capturar datos de inferencia para un punto final en tiempo real, crear una línea de base para 
monitorear la evolución del sesgo e inspeccionar los resultados:

• Supervisión de la desviación de sesgo y la desviación de la atribución de características Amazon 
SageMaker Clarify: utilice Amazon SageMaker Model Monitor para supervisar la desviación de 
sesgo y la desviación de la atribución de características a lo largo del tiempo.

Se ha verificado que este portátil solo funciona en Amazon SageMaker Studio. Si necesitas 
instrucciones sobre cómo abrir un bloc de notas en Amazon SageMaker Studio, consultaCrear o abrir 
un bloc de notas Amazon SageMaker Studio Classic. Si se le pide que elija un kernel, elija Python 3 
(ciencia de datos). Los siguientes temas contienen los aspectos más destacados de los dos últimos 
pasos y contienen ejemplos de código del cuaderno de ejemplos.
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Temas

• Creación de una referencia de desviación de sesgo

• Infracciones de sesgo y desviación

• Configuración de parámetros para supervisar la desviación de sesgo

• Programe trabajos de supervisión de desviaciones de sesgo

• Inspección de informes para detectar la desviación de sesgo de los datos

• CloudWatch Métricas para el análisis de desviación de sesgo

Creación de una referencia de desviación de sesgo

Una vez que haya configurado la aplicación para capturar datos de inferencia de transformación 
por lotes o en tiempo real, la primera tarea para supervisar la desviación de sesgo es crear una 
referencia. Esto implica configurar las entradas de datos, qué grupos son sensibles, cómo se 
capturan las predicciones y el modelo y sus métricas de sesgo posteriores al entrenamiento. Luego 
hay que empezar con el trabajo de referencia.

El monitor de sesgo del modelo puede detectar la desviación de sesgo de los modelos ML de 
forma regular. Al igual que con otros tipos de supervisión, el procedimiento estándar para crear un 
monitor de sesgo del modelo consiste primero en establecer una referencia y luego establecer una 
programación de supervisión.

model_bias_monitor = ModelBiasMonitor( 
    role=role, 
    sagemaker_session=sagemaker_session, 
    max_runtime_in_seconds=1800,
)

DataConfig almacena información sobre el conjunto de datos que se va a analizar (por ejemplo, 
el archivo del conjunto de datos), su formato (es decir, CSV o JSON Lines), los encabezados (si los 
hay) y la etiqueta.

model_bias_baselining_job_result_uri = f"{baseline_results_uri}/model_bias"
model_bias_data_config = DataConfig( 
    s3_data_input_path=validation_dataset, 
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    s3_output_path=model_bias_baselining_job_result_uri, 
    label=label_header, 
    headers=all_headers, 
    dataset_type=dataset_type,
)

BiasConfig es la configuración de los grupos sensibles del conjunto de datos. Por lo general, 
el sesgo se mide calculando una métrica y comparándola entre grupos. El grupo de interés se 
denomina faceta. Para el sesgo posterior al entrenamiento, también debe tener en cuenta la etiqueta 
positiva.

model_bias_config = BiasConfig( 
    label_values_or_threshold=[1], 
    facet_name="Account Length", 
    facet_values_or_threshold=[100],
)

ModelPredictedLabelConfig especifica cómo extraer una etiqueta predicha de la salida del 
modelo. En este ejemplo, se ha elegido el límite de 0,8 en previsión de que los clientes cambien con 
frecuencia. Para obtener resultados más complicados, hay algunas opciones más, como “etiqueta” 
para el índice, el nombre o JMESPath para localizar la etiqueta predicha en la carga de respuesta del 
punto de conexión.

model_predicted_label_config = ModelPredictedLabelConfig( 
    probability_threshold=0.8,
)

ModelConfig es la configuración relacionada con el modelo que se utilizará para la inferencia. 
Para calcular las métricas de sesgo posteriores al entrenamiento, el cálculo debe obtener inferencias 
para el nombre del modelo proporcionado. Para ello, el trabajo de procesamiento utiliza el modelo 
para crear un punto de conexión efímero (también conocido como punto de conexión de sombra). El 
trabajo de procesamiento elimina el punto de conexión de sombra una vez finalizados los cálculos. El 
monitor de explicabilidad también utiliza esta configuración.

model_config = ModelConfig( 
    model_name=model_name, 
    instance_count=endpoint_instance_count, 
    instance_type=endpoint_instance_type, 
    content_type=dataset_type, 
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    accept_type=dataset_type,
)

Ahora puede iniciar el trabajo de referencia.

model_bias_monitor.suggest_baseline( 
    model_config=model_config, 
    data_config=model_bias_data_config, 
    bias_config=model_bias_config, 
    model_predicted_label_config=model_predicted_label_config,
)
print(f"ModelBiasMonitor baselining job: 
 {model_bias_monitor.latest_baselining_job_name}")

El monitor programado recoge automáticamente el nombre del trabajo de referencia y lo espera 
antes de que comience la supervisión.

Infracciones de sesgo y desviación

Los trabajos de desviación de sesgo evalúan las restricciones de referencia proporcionadas 
por la configuración de referencia en comparación con los resultados del análisis de la
MonitoringExecution actual. Si se detectan infracciones, el trabajo las incluye en el archivo
constraint_violations.json de la ubicación de salida de la ejecución y marca el estado de la ejecución 
como Interpretación de los resultados.

Este es el esquema del archivo de infracciones por desviación de sesgo.

• facet: el nombre de la faceta, proporcionado por la faceta de configuración del análisis del trabajo 
de supervisión name_or_index.

• facet_value: el valor de la faceta, proporcionado por la faceta de configuración del análisis del 
trabajo de supervisión value_or_threshold.

• metric_name: el nombre abreviado de la métrica de sesgo. Por ejemplo, “CI” para el desequilibrio 
de clases. Consulte Medición del sesgo previo al entrenamiento para los nombres abreviados 
de cada una de las métricas de sesgo preentrenamiento y Medición del sesgo de los datos 
posteriores al entrenamiento y el modelo para los nombres abreviados de cada una de las métricas 
de sesgo posteriores al entrenamiento.

• constraint_check_type: el tipo de infracción supervisada. En la actualidad, solo se admite
bias_drift_check.
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• description: un mensaje descriptivo para explicar la infracción.

{ 
    "version": "1.0", 
    "violations": [{ 
        "facet": "string", 
        "facet_value": "string", 
        "metric_name": "string", 
        "constraint_check_type": "string", 
        "description": "string" 
    }]
}

Se utiliza una métrica de sesgo para medir el nivel de igualdad en una distribución. Un valor cercano 
a cero indica que la distribución es más equilibrada. Si el valor de una métrica de sesgo en el archivo 
de resultados del análisis del trabajo (analysis.json) es peor que su valor correspondiente en el 
archivo de restricciones de referencia, se registra una infracción. Por ejemplo, si la restricción de 
referencia de la métrica de sesgo de DPPL es 0.2, y el resultado del análisis es 0.1, no se registra 
ninguna infracción porque 0.1 está más cerca de 0 que de 0.2. Sin embargo, si el resultado del 
análisis es -0.3, se registra una infracción porque 0 está más lejos de la restricción de referencia de
0.2.

{ 
    "version": "1.0", 
    "violations": [{ 
        "facet": "Age", 
        "facet_value": "40", 
        "metric_name": "CI", 
        "constraint_check_type": "bias_drift_check", 
        "description": "Value 0.0751544567666083 does not meet the constraint 
 requirement" 
    }, { 
        "facet": "Age", 
        "facet_value": "40", 
        "metric_name": "DPPL", 
        "constraint_check_type": "bias_drift_check", 
        "description": "Value -0.0791244970125596 does not meet the constraint 
 requirement" 
    }]
}
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Configuración de parámetros para supervisar la desviación de sesgo

La monitorización SageMaker de sesgos de Amazon Clarify reutiliza un subconjunto de los 
parámetros utilizados en la configuración de análisis de. Configuración del análisis Tras describir 
los parámetros de configuración, en este tema se proporcionan ejemplos de archivos JSON. 
Estos archivos se utilizan para configurar conjuntos de datos de CSV y JSON Lines con el fin de 
supervisarlo para detectar desviaciones de sesgo cuando los modelos de machine learning están en 
producción.

Los siguientes parámetros deben proporcionarse en un archivo JSON. La ruta a este archivo JSON 
debe proporcionarse en el parámetro ConfigUri de la API ModelBiasAppSpecification.

• "version": versión esquemática (opcional) del archivo de configuración. Si no se proporciona, se 
utiliza la versión más reciente compatible.

• "headers": una lista de nombres de columnas del conjunto de datos (opcional). Si
dataset_type es "application/jsonlines" y se especifica "label", el último encabezado 
pasa a ser el encabezado de la columna de etiquetas.

• "label": atributo objetivo del modelo que se utilizará para las métricas de sesgo (opcional). Se 
especifica como nombre de columna o índice (si el formato del conjunto de datos es CSV) o como 
JMESPath (si el formato del conjunto de datos es JSON Lines).

• "label_values_or_threshold": lista de valores o umbrales de etiquetas (opcional). Indica un 
resultado positivo utilizado para las métricas de sesgo.

• "facet": una lista de características que son atributos sensibles, que se denominan facetas 
(opcional). Las métricas de sesgo utilizan las facetas en forma de pares e incluyen lo siguiente:

• "name_or_index": nombre o índice de la columna de facetas.

• "value_or_threshold": lista de valores o umbrales que puede adoptar la columna de 
facetas (opcional). Indica el grupo sensible, como el grupo que se utiliza para medir el sesgo. Si 
no se proporcionan, las métricas de sesgo se calculan como un grupo para cada valor único (en 
lugar de todos los valores). Si la columna de facetas es numérica, este valor umbral se aplica 
como límite inferior para seleccionar el grupo sensible.

• "group_variable": (opcional) un nombre de columna o un índice para indicar la variable de 
grupo que se utilizará para la métrica de sesgo disparidad demográfica condicional.

Los demás parámetros deben proporcionarse en EndpointInput (para los puntos de conexión en 
tiempo real) o BatchTransformInput (para los trabajos de transformación por lotes) de la API
ModelBiasJobInput.
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• FeaturesAttribute: este parámetro es obligatorio si el formato de los datos de entrada del 
punto de conexión es "application/jsonlines". Es el JMESPath que se utiliza para localizar 
las columnas de características si el formato del conjunto de datos es JSON Lines.

• InferenceAttribute: ubicación del índice o JMESPath en la salida del modelo del atributo 
objetivo que se va a utilizar para supervisar el sesgo mediante métricas de sesgo. Si no se 
proporciona en el caso de CSV accept_type, se supone que el resultado del modelo es un único 
valor numérico correspondiente a una puntuación o probabilidad.

• ProbabilityAttribute: ubicación del índice o JMESPath en la salida del modelo para las 
probabilidades. Si la salida del modelo son JSON Lines con una lista de etiquetas y probabilidades, 
por ejemplo, se selecciona la etiqueta que corresponde a la probabilidad máxima para los cálculos 
de sesgo.

• ProbabilityThresholdAttribute: (opcional) un valor flotante para indicar el umbral para 
seleccionar la etiqueta binaria, en el caso de la clasificación binaria. El valor predeterminado 
es 0,5.

Ejemplo de archivos de configuración JSON para conjuntos de datos de CSV y JSON 
Lines

A continuación, se muestran ejemplos de los archivos JSON que se utilizan para configurar el 
conjuntos de datos de CSV y JSON Lines con el fin de supervisar la desviación de sesgo.

Temas

• Conjuntos de datos CSV

• Conjuntos de datos JSON Lines

Conjuntos de datos CSV

Considere un conjunto de datos que tiene cuatro columnas de características y una columna de 
etiquetas, donde la primera característica y etiqueta son binarias, como en el siguiente ejemplo.

0, 0.5814568701544718, 0.6651538910132964, 0.3138080342665499, 0
1, 0.6711642728531724, 0.7466687034026017, 0.1215477472819713, 1
0, 0.0453256543003371, 0.6377430803264152, 0.3558625219713576, 1
1, 0.4785191813363956, 0.0265841045263860, 0.0376935084990697, 1
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Suponga que la salida del modelo tiene dos columnas, donde la primera es la etiqueta predicha y la 
segunda es la probabilidad, como en el siguiente ejemplo.

1, 0.5385257417814224

A continuación, el siguiente archivo de configuración JSON muestra un ejemplo de cómo se puede 
configurar este conjunto de datos CSV.

{ 
    "headers": [ 
        "feature_0", 
        "feature_1", 
        "feature_2", 
        "feature_3", 
        "target" 
    ], 
    "label": "target", 
    "label_values_or_threshold": [1], 
    "facet": [{ 
        "name_or_index": "feature_1", 
        "value_or_threshold": [1] 
    }]
}

La etiqueta predicha se selecciona mediante el parámetro "InferenceAttribute". Se utiliza una 
numeración basada en cero, por lo que 0 indica la primera columna de la salida del modelo.

"EndpointInput": { 
    ... 
    "InferenceAttribute": 0 
    ...
}

Como alternativa, puede usar diferentes parámetros para convertir los valores de probabilidad 
en etiquetas predichas binarias. Se utiliza una numeración basada en cero: 1 indica la segunda 
columna; el valor de ProbabilityThresholdAttribute de 0,6 indica que una probabilidad 
superior a 0,6 predice la etiqueta binaria como 1.

"EndpointInput": { 
    ... 
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    "ProbabilityAttribute": 1, 
    "ProbabilityThresholdAttribute": 0.6 
    ...
}

Conjuntos de datos JSON Lines

Considere un conjunto de datos que tiene cuatro columnas de características y una columna de 
etiquetas, donde la primera característica y etiqueta son binarias, como en el siguiente ejemplo.

{"features":[0, 0.5814568701544718, 0.6651538910132964, 0.3138080342665499], "label":0}
{"features":[1, 0.6711642728531724, 0.7466687034026017, 0.1215477472819713], "label":1}
{"features":[0, 0.0453256543003371, 0.6377430803264152, 0.3558625219713576], "label":1}
{"features":[1, 0.4785191813363956, 0.0265841045263860, 0.0376935084990697], "label":1}

Suponga que la salida del modelo tiene dos columnas, donde la primera es la etiqueta predicha y la 
segunda es una probabilidad.

{"predicted_label":1, "probability":0.5385257417814224}

El siguiente archivo de configuración JSON muestra un ejemplo de cómo se puede configurar este 
conjunto de datos JSON Lines.

{ 
    "headers": [ 
        "feature_0", 
        "feature_1", 
        "feature_2", 
        "feature_3", 
        "target" 
    ], 
    "label": "label", 
    "label_values_or_threshold": [1], 
    "facet": [{ 
        "name_or_index": "feature_1", 
        "value_or_threshold": [1] 
    }]
}

A continuación, el valor del parámetro "features" en EndpointInput (para los puntos de 
conexión en tiempo real) o BatchTransformInput (para los trabajos de transformación por 
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lotes) se utiliza para localizar las características en el conjunto de datos, y el valor del parámetro
"predicted_label" selecciona la etiqueta predicha de la salida del modelo.

"EndpointInput": { 
    ... 
    "FeaturesAttribute": "features", 
    "InferenceAttribute": "predicted_label" 
    ...
}

Como alternativa, puede convertir los valores de probabilidad en etiquetas binarias predichas 
utilizando el valor del parámetro ProbabilityThresholdAttribute. Un valor de 0,6, por 
ejemplo, indica que una probabilidad superior a 0,6 predice la etiqueta binaria como 1.

"EndpointInput": { 
    ... 
    "FeaturesAttribute": "features", 
    "ProbabilityAttribute": "probability", 
    "ProbabilityThresholdAttribute": 0.6 
    ...
}

Programe trabajos de supervisión de desviaciones de sesgo

Una vez que haya creado su referencia, puede utilizar el método
create_monitoring_schedule() de la instancia de clase ModelBiasModelMonitor para 
programar una supervisión de la desviación de sesgo cada hora. En las siguientes secciones, se 
muestra cómo crear un monitor de desviación de sesgo para un modelo implementado en un punto 
de conexión en tiempo real, así como para un trabajo de transformación por lotes.

Important

Puede especificar una entrada de transformación por lotes o una entrada de punto de 
conexión, pero no ambas, al crear su programa de supervisión.

A diferencia de la supervisión de la calidad de los datos, debe suministrar etiquetas Ground Truth 
si desea supervisar la calidad del modelo. Sin embargo, las etiquetas de Ground Truth podrían 
retrasarse. Para solucionar este problema, especifique los desplazamientos al crear su programa 
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de supervisión. Para obtener más información acerca de cómo crear desplazamientos de tiempo, 
consulte Desplazamientos del monitor de modelos.

Si ha enviado un trabajo de referencia, el monitor recoge automáticamente la configuración de 
análisis del trabajo de referencia. Si omite el paso de referencia o el conjunto de datos de captura 
tiene una naturaleza diferente a la del conjunto de datos de entrenamiento, debe proporcionar la 
configuración de análisis.

Supervisión de la desviación de sesgo para los modelos implementados en puntos de 
conexión en tiempo real

Para programar un monitor de desviación de sesgo para un punto de conexión en tiempo 
real, pase la instancia EndpointInput al argumento endpoint_input de la instancia
ModelBiasModelMonitor, como se muestra en el siguiente ejemplo de código:

from sagemaker.model_monitor import CronExpressionGenerator 
             
model_bias_monitor = ModelBiasModelMonitor( 
    role=sagemaker.get_execution_role(), 
    ...
)

model_bias_analysis_config = None
if not model_bias_monitor.latest_baselining_job: 
    model_bias_analysis_config = BiasAnalysisConfig( 
        model_bias_config, 
        headers=all_headers, 
        label=label_header, 
    )

model_bias_monitor.create_monitoring_schedule( 
    monitor_schedule_name=schedule_name, 
    post_analytics_processor_script=s3_code_postprocessor_uri, 
    output_s3_uri=s3_report_path, 
    statistics=model_bias_monitor.baseline_statistics(), 
    constraints=model_bias_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True, 
    analysis_config=model_bias_analysis_config, 
    endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint", 
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        start_time_offset="-PT1H", 
        end_time_offset="-PT0H", 
        probability_threshold_attribute=0.8, 
    ),
)

Supervisión de la desviación de sesgo para trabajos de transformación por lotes

Para programar un monitor de desviación de sesgo para un trabajo de transformación por lotes, 
pase la instancia BatchTransformInput al argumento batch_transform_input de la instancia
ModelBiasModelMonitor, como se muestra en el siguiente ejemplo de código:

from sagemaker.model_monitor import CronExpressionGenerator 
                 
model_bias_monitor = ModelBiasModelMonitor( 
    role=sagemaker.get_execution_role(), 
    ...
)

model_bias_analysis_config = None
if not model_bias_monitor.latest_baselining_job: 
    model_bias_analysis_config = BiasAnalysisConfig( 
        model_bias_config, 
        headers=all_headers, 
        label=label_header, 
    ) 
     
schedule = model_bias_monitor.create_monitoring_schedule( 
   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   statistics=model_bias_monitor.baseline_statistics(), 
   constraints=model_bias_monitor.suggested_constraints(), 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   analysis_config=model_bias_analysis_config, 
   batch_transform_input=BatchTransformInput( 
        destination="opt/ml/processing/input", 
        data_captured_destination_s3_uri=s3_capture_path, 
        start_time_offset="-PT1H", 
        end_time_offset="-PT0H", 
        probability_threshold_attribute=0.8 
   ),
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)

Inspección de informes para detectar la desviación de sesgo de los datos

Si no puede inspeccionar los resultados de la supervisión en los informes generados en SageMaker 
Studio, puede imprimirlos de la siguiente manera:

schedule_desc = model_bias_monitor.describe_schedule()
execution_summary = schedule_desc.get("LastMonitoringExecutionSummary")
if execution_summary and execution_summary["MonitoringExecutionStatus"] in 
 ["Completed", "CompletedWithViolations"]: 
    last_model_bias_monitor_execution = model_bias_monitor.list_executions()[-1] 
    last_model_bias_monitor_execution_report_uri = 
 last_model_bias_monitor_execution.output.destination 
    print(f'Report URI: {last_model_bias_monitor_execution_report_uri}') 
    last_model_bias_monitor_execution_report_files = 
 sorted(S3Downloader.list(last_model_bias_monitor_execution_report_uri)) 
    print("Found Report Files:") 
    print("\n ".join(last_model_bias_monitor_execution_report_files))
else: 
    last_model_bias_monitor_execution = None 
    print("====STOP==== \n No completed executions to inspect further. Please wait till 
 an execution completes or investigate previously reported failures.")

Si hay infracciones en comparación con la referencia, se muestran aquí:

if last_model_bias_monitor_execution: 
    model_bias_violations = last_model_bias_monitor_execution.constraint_violations() 
    if model_bias_violations: 
        print(model_bias_violations.body_dict)

Si el modelo se implementa en un punto final en tiempo real, puede ver las visualizaciones en 
SageMaker Studio de los resultados y las CloudWatch métricas del análisis seleccionando la pestaña
Puntos finales y, a continuación, haciendo doble clic en el punto final.

CloudWatch Métricas para el análisis de desviación de sesgo

Esta guía muestra CloudWatch las métricas y sus propiedades que puede utilizar para el análisis 
de la desviación de sesgo en SageMaker Clarify. Los trabajos de monitoreo de la desviación de 
sesgo calculan tanto las métricas de sesgo previas al entrenamiento como las métricas de sesgo 
posteriores al entrenamiento, y las publican en el siguiente CloudWatch espacio de nombres:

Inspección de informes para detectar la desviación de sesgo de los datos 5467

https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-measure-data-bias.html
https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-measure-post-training-bias.html
https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-measure-post-training-bias.html


Amazon SageMaker Guía para desarrolladores

• Para puntos de conexión en tiempo real: aws/sagemaker/Endpoints/bias-metrics

• Para trabajos de transformación por lotes: aws/sagemaker/ModelMonitoring/bias-
metrics

El nombre de la CloudWatch métrica agrega el nombre abreviado de la métrica a. bias_metric

Por ejemplo, bias_metric_CI es la métrica de sesgo para el desequilibrio de clases (CI).

Note

+/- infinity se publica como el número de coma flotante +/- 2.348543e108, y los 
errores que incluyen valores nulos no se publican.

Cada métrica tiene las siguientes propiedades:

• Endpoint: el nombre del punto de conexión supervisado, si corresponde.

• MonitoringSchedule: el nombre de la programación del trabajo de supervisión.

• BiasStage: el nombre de la fase del trabajo de supervisión de la desviación de sesgo. Elija Pre-
training o Post-Training.

• Label: el nombre de la característica objetivo, proporcionado por la configuración del análisis del 
trabajo de supervisión label.

• LabelValue: el valor de la característica objetivo, proporcionado por la configuración del análisis 
del trabajo de supervisión label_values_or_threshold.

• Facet: el nombre de la faceta, proporcionado por la faceta de configuración del análisis del trabajo 
de supervisión name_of_index.

• FacetValue: el valor de la faceta, proporcionado por la faceta de configuración del análisis del 
trabajo de supervisión nvalue_or_threshold.

Para evitar que los trabajos de supervisión publiquen métricas, establezca
publish_cloudwatch_metrics en Disabled en el mapa Environment de definición del trabajo 
de sesgo del modelo.
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Supervisión de la desviación en la atribución de características de 
los modelos en producción

Una desviación en la distribución de los datos en tiempo real para los modelos en producción puede 
provocar una desviación correspondiente en los valores de atribución de las características, del 
mismo modo que podría provocar una desviación en el sesgo al supervisar las métricas de sesgo. 
La supervisión de la atribución de funciones de Amazon SageMaker Clarify ayuda a los científicos de 
datos y a los ingenieros de aprendizaje automático a supervisar las predicciones sobre la desviación 
de la atribución de funciones de forma regular. A medida que se monitorea el modelo, los clientes 
pueden ver informes y gráficos exportables que detallan las atribuciones de funciones en SageMaker 
Studio y configurar alertas en Amazon CloudWatch para recibir notificaciones si se detecta que los 
valores de atribución sobrepasan un umbral determinado.

Para ilustrar esto con una situación específica, considere un escenario hipotético de admisión 
a la universidad. Suponga que observa los siguientes valores de atribución de características 
(agregados) en los datos de entrenamiento y en los datos en tiempo real:

Escenario hipotético de admisión a la universidad

Característica Atribución en los datos de 
entrenamiento

Atribución en datos en tiempo 
real

Puntuación del SAT 0.70 0.10

GPA 0.50 0.20

Clasificación de clase 0,05 0,70

El cambio de los datos de entrenamiento a los datos en tiempo real parece significativo. La 
clasificación de características se ha invertido por completo. Al igual que ocurre con la desviación 
de sesgo, las desviaciones en la atribución de las características pueden deberse a un cambio en 
la distribución de los datos en tiempo real y justifican un análisis más detallado del comportamiento 
del modelo con los datos en tiempo real. Una vez más, el primer paso en estos escenarios es dar la 
alarma de que se ha producido una desviación.

Podemos detectar la desviación al comparar la forma en que la clasificación de las características 
individuales cambió de los datos de entrenamiento a los datos en tiempo real. Además de ser 
sensibles a los cambios en el orden de clasificación, también hay que tener en cuenta la puntuación 
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bruta de atribución de las características. Por ejemplo, dado que dos características se sitúan en la 
clasificación en el mismo número de posiciones, pasando del entrenamiento a los datos en tiempo 
real, queremos ser más sensibles a la característica que tenga una puntuación de atribución más 
alta en los datos de entrenamiento. Teniendo en cuenta estas propiedades, se utiliza la puntuación 
de ganancia acumulada descontada normalizada (NDCG) para comparar las clasificaciones de las 
atribuciones de las características de los datos de entrenamiento y en tiempo real.

En concreto, suponga que tenemos lo siguiente:

• F=[f1,…,fm]  es la lista de características ordenadas según sus puntuaciones de atribución en los 
datos de entrenamiento, donde m es el número total de características. Por ejemplo, en nuestro 
caso F=[puntuación SAT, GPA, clasificación de clase].

• a(f) es una función que devuelve la puntuación de atribución de la característica en los datos de 
entrenamiento de una característica f. Por ejemplo, a(puntuación SAT) = 0,70.

• F′=[f′1, …, f′m] es la lista de características ordenadas según sus puntuaciones de atribución en los 
datos en tiempo real. Por ejemplo, F′= [clasificación de clase, GPA, puntuación SAT].

Luego, se puede calcular la NDCG de la siguiente manera:

        NDCG=DCG/iDCG

with

• DCG = ∑1
ma(f'i)/log2(i+1)

• iDCG = ∑1
ma(fi)/log2(i+1)

La DCG cuantitativa mide si las características con una alta atribución en los datos de entrenamiento 
también ocupan un lugar más alto en la atribución de características calculada a partir de los datos 
en tiempo real. La cantidad iDCG mide la puntuación ideal y es solo un factor de normalización para 
garantizar que la cantidad final se encuentre dentro del rango [0, 1], siendo 1 el mejor valor posible. 
Un valor NDCG igual a 1 significa que la clasificación de atribución de características en los datos en 
tiempo real es la misma que en los datos de entrenamiento. En este ejemplo concreto, dado que la 
clasificación ha cambiado bastante, el valor de NDCG es 0,69.

En SageMaker Clarify, si el valor del NDCG es inferior a 0,90, emitimos automáticamente una alerta.
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Cuaderno de ejemplo del monitor de modelos

SageMaker Clarify proporciona el siguiente cuaderno de ejemplo que muestra cómo capturar datos 
de inferencia para un punto final en tiempo real, crear una línea base para monitorear la evolución 
del sesgo e inspeccionar los resultados:

• Supervisión de la desviación de sesgo y la desviación de la atribución de características Amazon 
SageMaker Clarify: utilice Amazon SageMaker Model Monitor para supervisar la desviación de 
sesgo y la desviación de la atribución de características a lo largo del tiempo.

Se ha comprobado que este portátil solo funciona en SageMaker Studio. Si necesita instrucciones 
sobre cómo abrir un bloc de notas en SageMaker Studio, consulteCrear o abrir un bloc de notas 
Amazon SageMaker Studio Classic. Si se le pide que elija un kernel, elija Python 3 (ciencia de 
datos). Los siguientes temas contienen los aspectos más destacados de los dos últimos pasos y 
contienen ejemplos de código del cuaderno de ejemplos.

Temas

• Creación de una referencia SHAP para los modelos en producción

• Infracciones de desviación de atribución de características del modelo

• Configuración de parámetros para supervisar la desviación de atribución

• Programe trabajos de supervisión de desviación de atributos de características

• Inspección de informes de supervisión de la desviación en la atribución de características de los 
modelos en producción

• CloudWatch Métricas para el análisis de la desviación de características

Creación de una referencia SHAP para los modelos en producción

Las explicaciones suelen ser de contraste, es decir, tienen en cuenta las desviaciones con respecto 
a una referencia. Para obtener información sobre las referencias de explicabilidad, consulte
Referencias SHAP para la explicabilidad.

Además de proporcionar explicaciones para las inferencias por instancia, SageMaker Clarify también 
ofrece una explicación global de los modelos de aprendizaje automático, lo que ayuda a comprender 
el comportamiento de un modelo en su conjunto en términos de sus características. SageMaker 
Clarify genera una explicación global de un modelo de aprendizaje automático al agregar los valores 
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de Shapley en varias instancias. SageMaker Clarify admite las siguientes formas diferentes de 
agregación, que puede usar para definir líneas de base:

• mean_abs: media de los valores SHAP absolutos para todas las instancias.

• median: mediana de los valores SHAP para todas las instancias.

• mean_sq: media de los valores SHAP cuadrados para todas las instancias.

Una vez que haya configurado la aplicación para capturar datos de inferencia de transformación 
por lotes o en tiempo real, la primera tarea para supervisar la desviación en la atribución de 
características es crear una referencia que sirva para comparar. Esto implica configurar las entradas 
de datos, qué grupos son sensibles, cómo se capturan las predicciones y el modelo y sus métricas 
de sesgo posteriores al entrenamiento. Luego hay que empezar con el trabajo de referencia. El 
monitor de explicabilidad de modelos puede explicar las predicciones de un modelo implementado, 
ya que produce inferencias y detecta desviaciones en la atribución de características de forma 
regular.

model_explainability_monitor = ModelExplainabilityMonitor( 
    role=role, 
    sagemaker_session=sagemaker_session, 
    max_runtime_in_seconds=1800,
)

En este ejemplo, el trabajo de referencia de explicabilidad comparte el conjunto de datos de prueba 
con el trabajo de referencia de sesgo, por lo que utiliza la misma DataConfig y la única diferencia 
es el URI de salida del trabajo.

model_explainability_baselining_job_result_uri = f"{baseline_results_uri}/
model_explainability"
model_explainability_data_config = DataConfig( 
    s3_data_input_path=validation_dataset, 
    s3_output_path=model_explainability_baselining_job_result_uri, 
    label=label_header, 
    headers=all_headers, 
    dataset_type=dataset_type,
)

Actualmente, la explicación SageMaker de Clarify ofrece una implementación escalable y eficiente de 
SHAP, por lo que la configuración de explicabilidad es shapConfig, que incluye lo siguiente:
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• baseline: una lista de filas (al menos una) o el URI del objeto S3 que se utilizará como conjunto 
de datos de referencia en el algoritmo Kernel SHAP. El formato debe ser el mismo que el del 
conjunto de datos. Cada fila debe contener solo las columnas/valores de las características y omitir 
la columna/valores de la etiqueta.

• num_samples: número de muestras que se utilizarán en el algoritmo Kernel SHAP. Este número 
determina el tamaño del conjunto de datos sintéticos generado para calcular los valores SHAP.

• agg_method: método de agregación para valores SHAP globales. Los siguientes valores son 
válidos:

• mean_abs: media de los valores SHAP absolutos para todas las instancias.

• median: mediana de los valores SHAP para todas las instancias.

• mean_sq: media de los valores SHAP cuadrados para todas las instancias.

• use_logit: Indicador de si la función logit se debe aplicar a las predicciones del modelo. El 
valor predeterminado es False. Si use_logit es True, los valores SHAP tendrán unidades 
logarítmicas de probabilidades.

• save_local_shap_values (bool): indicador de si se deben guardar los valores SHAP locales en 
la ubicación de salida. El valor predeterminado es False.

# Here use the mean value of test dataset as SHAP baseline
test_dataframe = pd.read_csv(test_dataset, header=None)
shap_baseline = [list(test_dataframe.mean())]

shap_config = SHAPConfig( 
    baseline=shap_baseline, 
    num_samples=100, 
    agg_method="mean_abs", 
    save_local_shap_values=False,
)

Inicie un trabajo de referencia. Se requiere la misma model_config porque el trabajo de referencia 
básico de la explicabilidad necesita crear un punto de conexión de sombra para obtener predicciones 
para el conjunto de datos sintéticos generado.

model_explainability_monitor.suggest_baseline( 
    data_config=model_explainability_data_config, 
    model_config=model_config, 
    explainability_config=shap_config,
)
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print(f"ModelExplainabilityMonitor baselining job: 
 {model_explainability_monitor.latest_baselining_job_name}")

Infracciones de desviación de atribución de características del modelo

Los trabajos de desviación de atribución de características evalúan las restricciones de referencia 
proporcionadas por la configuración de referencia en comparación con los resultados del análisis de 
la MonitoringExecution actual. Si se detectan infracciones, el trabajo las incluye en el archivo
constraint_violations.json de la ubicación de salida de la ejecución y marca el estado de la ejecución 
como Interpretación de los resultados.

Este es el esquema del archivo de infracciones por desviación de la atribución de características.

• label: el nombre de la etiqueta, la configuración del análisis del trabajo label_headers o un 
marcador de posición, por ejemplo "label0".

• metric_name: el nombre del método de análisis de explicabilidad. En la actualidad, solo se 
admite shap.

• constraint_check_type: el tipo de infracción supervisada. En la actualidad, solo se admite
feature_attribution_drift_check.

• description: un mensaje descriptivo para explicar la infracción.

{ 
    "version": "1.0", 
    "violations": [{ 
        "label": "string", 
        "metric_name": "string", 
        "constraint_check_type": "string", 
        "description": "string" 
    }]
}

Para cada etiqueta de la sección explanations, los trabajos de supervisión calculan la puntuación 
nDCG de sus valores SHAP globales en el archivo de restricciones de referencia y en el archivo 
de resultados del análisis del trabajo (analysis.json). Si la puntuación es inferior a 0,9, se registra 
una infracción. Se evalúa el valor SHAP global combinado, por lo que no hay campos “feature”
en la entrada de infracción. El siguiente resultado proporciona un ejemplo de varias infracciones 
registradas.
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{ 
    "version": "1.0", 
    "violations": [{ 
        "label": "label0", 
        "metric_name": "shap", 
        "constraint_check_type": "feature_attribution_drift_check", 
        "description": "Feature attribution drift 0.7639720923277322 exceeds threshold 
 0.9" 
    }, { 
        "label": "label1", 
        "metric_name": "shap", 
        "constraint_check_type": "feature_attribution_drift_check", 
        "description": "Feature attribution drift 0.7323763972092327 exceeds threshold 
 0.9" 
    }]
}

Configuración de parámetros para supervisar la desviación de atribución

El monitor SageMaker de explicabilidad de Amazon Clarify reutiliza un subconjunto de los 
parámetros utilizados en la configuración de análisis de. Configuración del análisis Los siguientes 
parámetros deben proporcionarse en un archivo JSON y la ruta debe proporcionarse en el parámetro
ConfigUri de ModelExplainabilityAppSpecification.

• "version": versión esquemática (opcional) del archivo de configuración. Si no se proporciona, se 
utiliza la versión más reciente compatible.

• "headers": una lista de nombres de características del conjunto de datos (opcional). El análisis 
de explicabilidad no requiere etiquetas.

• "methods": una lista de métodos y sus parámetros para los análisis e informes. Si se omite 
alguna sección, no se computará.

• "shap": sección sobre la computación de los valores SHAP (opcional).

• "baseline": (opcional) una lista de filas (al menos una) o un URI de objeto de Amazon 
Simple Storage Service (Amazon S3). Se utilizará como conjunto de datos de referencia 
(también conocido como conjunto de datos de fondo) en el algoritmo Kernel SHAP. El formato 
debe ser el mismo que el del conjunto de datos. Cada fila debe contener solo las columnas de 
características (o valores). Antes de enviar cada fila al modelo, omita cualquier columna que 
deba excluirse.
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• "num_samples": número de muestras que se utilizarán en el algoritmo Kernel SHAP. Este 
número determina el tamaño del conjunto de datos sintéticos generado para calcular los 
valores SHAP. Si no se proporciona, un trabajo de SageMaker Clarify elige el valor en función 
del número de características.

• "agg_method": método de agregación para valores SHAP globales. Los valores válidos son 
los siguientes:

• "mean_abs": media de los valores SHAP absolutos para todas las instancias.

• "median": mediana de los valores SHAP para todas las instancias.

• "mean_sq": media de los valores SHAP cuadrados para todas las instancias.

• "use_logit": (opcional) valor booleano para indicar si la función logit se va a aplicar a 
las predicciones del modelo. Si "use_logit" es true, los valores SHAP tienen unidades 
logarítmicas de probabilidades. El valor predeterminado es false.

• "save_local_shap_values": (opcional) valor booleano para indicar si los valores SHAP 
locales deben guardarse en la ubicación de salida. Use true para guardarlos. Use false
para no guardarlos. El valor predeterminado es false.

• "predictor": (opcional para el punto de conexión en tiempo real, necesario para la 
transformación por lotes). Sección sobre los parámetros del modelo, obligatoria si las secciones
"shap" y "post_training_bias" están presentes.

• "model_name": nombre del modelo creado por la API CreateModel, con el modo contenedor 
como SingleModel.

• "instance_type": tipo de instancia para el punto de conexión de sombra.

• "initial_instance_count": recuento de instancia para el punto de conexión de sombra.

• "content_type": (opcional) El formato de entrada del modelo que se utilizará para obtener 
inferencias con el punto de conexión de sombra. Los valores válidos son "text/csv" para 
CSV, "application/jsonlines" para JSON Lines, application/x-parquet para 
Apache Parquet y application/x-image para habilitar la explicabilidad mediante visión 
artificial. El valor predeterminado es el mismo que el formato dataset_type.

• "accept_type": (opcional) El formato de salida del modelo que se utilizará para obtener 
inferencias con el punto de conexión de sombra. Los valores válidos son "text/csv" para 
CSV y "application/jsonlines" para JSON Lines. Si se omite, SageMaker Clarify utiliza el 
tipo de datos de respuesta de los datos capturados.

• "content_template": (opcional) una cadena de plantilla utilizada para construir la entrada del 
modelo a partir de instancias del conjunto de datos. Se utiliza solo cuando "content_type"
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es "application/jsonlines". La plantilla debe tener solo un marcador de posición,
$features, que se sustituye por la lista de características en tiempo de ejecución. Por ejemplo. 
dado "content_template":"{\"myfeatures\":$features}", si una instancia (sin 
etiqueta) es1,2,3, la entrada del modelo se convierte en JSON Lines '{"myfeatures":
[1,2,3]}'.

• "label_headers": (opcional) Una lista de valores que la "label" incluye en el conjunto 
de datos. Asocia las puntuaciones devueltas por el punto de conexión del modelo o el trabajo 
de transformación por lotes a sus valores de etiqueta correspondientes. Si se proporciona, el 
informe de análisis utiliza los encabezados en lugar de marcadores de posición, por ejemplo
“label0”.

Los demás parámetros deben proporcionarse en EndpointInput (para los puntos de conexión en 
tiempo real) o BatchTransformInput (para los trabajos de transformación por lotes) de la API
ModelExplainabilityJobInput.

• FeaturesAttribute: este parámetro es obligatorio si el formato de los datos de entrada del 
trabajo por lotes o punto de conexión es "application/jsonlines". Es el JMESPath que se 
utiliza para localizar las columnas de características si el formato del conjunto de datos es JSON 
Lines.

• ProbabilityAttribute: ubicación del índice o JMESPath en la salida del modelo para las 
probabilidades. Si la salida del modelo son JSON Lines con una lista de etiquetas y probabilidades, 
por ejemplo, se selecciona la etiqueta que corresponde a la probabilidad máxima para los cálculos 
de sesgo.

Ejemplo de archivos de configuración JSON para conjuntos de datos de CSV y JSON 
Lines

A continuación, se muestran ejemplos de los archivos JSON que se utilizan para configurar el 
conjuntos de datos de CSV y JSON Lines con el fin de supervisar la desviación de la atribución de 
características.

Temas

• Conjuntos de datos CSV

• Conjuntos de datos JSON Lines
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Conjuntos de datos CSV

Considere un conjunto de datos que tenga tres columnas de características numéricas, como en el 
siguiente ejemplo.

0.5814568701544718, 0.6651538910132964, 0.3138080342665499
0.6711642728531724, 0.7466687034026017, 0.1215477472819713
0.0453256543003371, 0.6377430803264152, 0.3558625219713576
0.4785191813363956, 0.0265841045263860, 0.0376935084990697

Suponga que la salida del modelo tiene dos columnas, donde la primera es la etiqueta predicha y la 
segunda es la probabilidad, como en el siguiente ejemplo.

1, 0.5385257417814224

El siguiente archivo de configuración JSON muestra cómo se puede configurar este conjunto de 
datos CSV.

{ 
                     
    "headers": [ 
        "feature_1", 
        "feature_2", 
        "feature_3" 
    ], 
    "methods": { 
        "shap": { 
            "baseline": [ 
                [0.4441164946610942, 0.5190374448171748, 0.20722795300473712] 
            ], 
            "num_samples": 100, 
            "agg_method": "mean_abs" 
        } 
    }, 
    "predictor": { 
        "model_name": "my_model", 
        "instance_type": "ml.m5.xlarge", 
        "initial_instance_count": 1 
    }
}
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La etiqueta predicha se selecciona mediante el parámetro "ProbabilityAttribute". Se utiliza 
una numeración basada en cero, por lo que 1 indica la segunda columna de la salida del modelo.

"EndpointInput": { 
    ... 
    "ProbabilityAttribute": 1 
    ...
}

Conjuntos de datos JSON Lines

Considere un conjunto de datos que tiene cuatro columnas de características y una columna de 
etiquetas, donde la primera característica y etiqueta son binarias, como en el siguiente ejemplo.

{"features":[0, 0.5814568701544718, 0.6651538910132964, 0.3138080342665499], "label":0}
{"features":[1, 0.6711642728531724, 0.7466687034026017, 0.1215477472819713], "label":1}
{"features":[0, 0.0453256543003371, 0.6377430803264152, 0.3558625219713576], "label":1}
{"features":[1, 0.4785191813363956, 0.0265841045263860, 0.0376935084990697], "label":1}

La entrada del modelo es la misma que el formato del conjunto de datos y la salida del modelo son 
JSON Lines, como en el siguiente ejemplo.

{"predicted_label":1, "probability":0.5385257417814224}

En el siguiente archivo, el archivo de configuración JSON muestra cómo se puede configurar este 
conjunto de datos JSON Lines.

{ 
    "headers": [ 
        "feature_1", 
        "feature_2", 
        "feature_3" 
    ], 
    "methods": { 
        "shap": { 
            "baseline": [ 
                {"features":[0.4441164946610942, 0.5190374448171748, 
 0.20722795300473712]} 
            ], 
            "num_samples": 100, 
            "agg_method": "mean_abs" 
        } 
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    }, 
    "predictor": { 
        "model_name": "my_model", 
        "instance_type": "ml.m5.xlarge", 
        "initial_instance_count": 1, 
        "content_template":"{\"features\":$features}" 
    }
}

A continuación, el valor del parámetro "features" en EndpointInput (para los puntos de 
conexión en tiempo real) o BatchTransformInput (para los trabajos de transformación por 
lotes) se utiliza para localizar las características en el conjunto de datos, y el valor del parámetro
"probability" selecciona el valor de probabilidad de la salida del modelo.

"EndpointInput": { 
    ... 
    "FeaturesAttribute": "features", 
    "ProbabilityAttribute": "probability", 
    ...
}

Programe trabajos de supervisión de desviación de atributos de 
características

Una vez que haya creado su referencia SHAP, puede llamar al método
create_monitoring_schedule() de la instancia de clase ModelExplainabilityMonitor
para programar una supervisión de la explicabilidad del modelo cada hora. En las siguientes 
secciones, se muestra cómo crear un monitor de explicabilidad del modelo para un modelo 
implementado en un punto de conexión en tiempo real, así como para un trabajo de transformación 
por lotes.

Important

Puede especificar una entrada de transformación por lotes o una entrada de punto de 
conexión, pero no ambas, al crear su programa de supervisión.

Si se ha enviado un trabajo de referencia, el monitor recoge automáticamente la configuración 
de análisis del trabajo de referencia. Sin embargo, si omite el paso de referencia o si el conjunto 
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de datos de captura tiene una naturaleza diferente a la del conjunto de datos de entrenamiento, 
debe proporcionar la configuración del análisis. ExplainabilityAnalysisConfig requiere
ModelConfig por la misma razón por la que se requiere para el trabajo de referencia. Tenga en 
cuenta que solo se requieren características para calcular la atribución de características, por lo que 
debe excluir el etiquetado Ground Truth.

Supervisión de la desviación de atribución de características para los modelos 
implementados en puntos de conexión en tiempo real

Para programar un monitor de explicabilidad del modelo para un punto de conexión en tiempo 
real, pase la instancia EndpointInput al argumento endpoint_input de la instancia
ModelExplainabilityMonitor, como se muestra en el siguiente ejemplo de código:

from sagemaker.model_monitor import CronExpressionGenerator

model_exp_model_monitor = ModelExplainabilityMonitor( 
   role=sagemaker.get_execution_role(), 
   ...  
)

schedule = model_exp_model_monitor.create_monitoring_schedule( 
   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   statistics=model_exp_model_monitor.baseline_statistics(), 
   constraints=model_exp_model_monitor.suggested_constraints(), 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint", 
    )
)

Supervisión de la desviación de atribución de características para trabajos de 
transformación por lotes

Para programar un monitor de explicabilidad del modelo para un trabajo de transformación por lotes, 
pase la instancia BatchTransformInput al argumento batch_transform_input de la instancia
ModelExplainabilityMonitor, como se muestra en el siguiente ejemplo de código:
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from sagemaker.model_monitor import CronExpressionGenerator

model_exp_model_monitor = ModelExplainabilityMonitor( 
   role=sagemaker.get_execution_role(), 
   ...  
)

schedule = model_exp_model_monitor.create_monitoring_schedule( 
   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   statistics=model_exp_model_monitor.baseline_statistics(), 
   constraints=model_exp_model_monitor.suggested_constraints(), 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   batch_transform_input=BatchTransformInput( 
        destination="opt/ml/processing/data", 
        model_name="batch-fraud-detection-model", 
        input_manifests_s3_uri="s3://my-bucket/batch-fraud-detection/on-schedule-
monitoring/in/", 
        excludeFeatures="0", 
   )
)

Inspección de informes de supervisión de la desviación en la atribución de 
características de los modelos en producción

Una vez iniciada la programación que configuró de forma predeterminada, tendrá que esperar a que 
comience su primera ejecución y, a continuación, detener la programación para evitar incurrir en 
cargos.

Para inspeccionar los informes, use el siguiente código:

schedule_desc = model_explainability_monitor.describe_schedule()
execution_summary = schedule_desc.get("LastMonitoringExecutionSummary")
if execution_summary and execution_summary["MonitoringExecutionStatus"] in 
 ["Completed", "CompletedWithViolations"]: 
    last_model_explainability_monitor_execution = 
 model_explainability_monitor.list_executions()[-1] 
    last_model_explainability_monitor_execution_report_uri = 
 last_model_explainability_monitor_execution.output.destination 
    print(f'Report URI: {last_model_explainability_monitor_execution_report_uri}') 
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    last_model_explainability_monitor_execution_report_files = 
 sorted(S3Downloader.list(last_model_explainability_monitor_execution_report_uri)) 
    print("Found Report Files:") 
    print("\n ".join(last_model_explainability_monitor_execution_report_files))
else: 
    last_model_explainability_monitor_execution = None 
    print("====STOP==== \n No completed executions to inspect further. Please wait till 
 an execution completes or investigate previously reported failures.")

Si hay alguna infracción en comparación con la referencia, se muestra aquí:

if last_model_explainability_monitor_execution: 
    model_explainability_violations = 
 last_model_explainability_monitor_execution.constraint_violations() 
    if model_explainability_violations: 
        print(model_explainability_violations.body_dict)

Si su modelo se implementa en un punto final en tiempo real, puede ver las visualizaciones en 
SageMaker Studio de los resultados y las CloudWatch métricas del análisis seleccionando la pestaña
Puntos finales y, a continuación, haciendo doble clic en el punto final.

CloudWatch Métricas para el análisis de la desviación de características

Esta guía muestra CloudWatch las métricas y sus propiedades que puede utilizar para el análisis de 
la desviación de los atributos de las entidades en SageMaker Clarify. Los trabajos de supervisión de 
la desviación de atributos de características calculan y publican dos tipos de métricas:

• El valor SHAP global de cada característica.

Note

El nombre de esta métrica anexa el nombre de la característica proporcionado por la 
configuración del análisis del trabajo a feature_. Por ejemplo, feature_X es el valor 
SHAP global de la característica X.

• El ExpectedValue de la métrica.

Estas métricas se publican en el siguiente espacio de CloudWatch nombres:
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• Para puntos de conexión en tiempo real: aws/sagemaker/Endpoints/explainability-
metrics

• Para trabajos de transformación por lotes: aws/sagemaker/ModelMonitoring/
explainability-metrics

Cada métrica tiene las siguientes propiedades:

• Endpoint: el nombre del punto de conexión supervisado, si corresponde.

• MonitoringSchedule: el nombre de la programación del trabajo de supervisión.

• ExplainabilityMethod: el método utilizado para calcular los valores Shapley. Elija
KernelShap.

• Label: el nombre proporcionado por la configuración del análisis del trabajo label_headers o 
un marcador de posición similar como label0.

• ValueType: el tipo de valor devuelto por la métrica. Elija GlobalShapValues o
ExpectedValue.

Para evitar que los trabajos de supervisión publiquen métricas, establezca
publish_cloudwatch_metrics en Disabled en el mapa Environment de definición del trabajo 
de explicabilidad del modelo.

Programe trabajos de supervisión

Amazon SageMaker Model Monitor le permite supervisar los datos recopilados en sus puntos de 
conexión en tiempo real. Puede supervisar sus datos de forma periódica o puede supervisarlos 
una vez, de forma inmediata. Puede crear una programación de supervisión con la API
CreateMonitoringSchedule.

Con un cronograma de monitoreo, SageMaker puede comenzar a procesar trabajos para analizar 
los datos recopilados durante un período determinado. En el trabajo de procesamiento, SageMaker 
compara el conjunto de datos del análisis actual con las estadísticas y restricciones de referencia 
que usted proporcione. A continuación, SageMaker genere un informe de infracciones. Además, se 
emiten CloudWatch métricas para cada función que se analiza.

SageMaker proporciona un contenedor prediseñado para realizar análisis en conjuntos de datos 
tabulares. Como alternativa, puede elegir utilizar su propio contenedor como se describe en el tema
Utilice sus propios contenedores.
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Puede crear una programación de supervisión modelo para su trabajo de transformación por lotes o 
de punto de conexión en tiempo real. Utilice los recursos de referencia (restricciones y estadísticas) 
para comparar con las entradas del trabajo por lotes o el tráfico en tiempo real.

Example asignaciones de referencia

En el siguiente ejemplo, el conjunto de datos de entrenamiento utilizado para entrenar el modelo se 
cargó en Amazon S3. Si ya lo tiene en Amazon S3, puede apuntar a él directamente.

# copy over the training dataset to Amazon S3 (if you already have it in Amazon S3, you 
 could reuse it)
baseline_prefix = prefix + '/baselining'
baseline_data_prefix = baseline_prefix + '/data'
baseline_results_prefix = baseline_prefix + '/results'

baseline_data_uri = 's3://{}/{}'.format(bucket,baseline_data_prefix)
baseline_results_uri = 's3://{}/{}'.format(bucket, baseline_results_prefix)
print('Baseline data uri: {}'.format(baseline_data_uri))
print('Baseline results uri: {}'.format(baseline_results_uri))

training_data_file = open("test_data/training-dataset-with-header.csv", 'rb')
s3_key = os.path.join(baseline_prefix, 'data', 'training-dataset-with-header.csv')
boto3.Session().resource('s3').Bucket(bucket).Object(s3_key).upload_fileobj(training_data_file)

Example programación de análisis periódico

Si va a programar un monitor de modelos para un punto de conexión en tiempo real, utilice las 
restricciones y las estadísticas de referencia para comparar con el tráfico en tiempo real. El siguiente 
fragmento de código muestra el formato general que se utiliza para programar un monitor de 
modelos para un punto de conexión en tiempo real. En este ejemplo, se programa el monitor de 
modelos para que se ejecute cada hora.

from sagemaker.model_monitor import CronExpressionGenerator
from time import gmtime, strftime

mon_schedule_name = 'my-model-monitor-schedule-' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
my_default_monitor.create_monitoring_schedule( 
    monitor_schedule_name=mon_schedule_name, 
    endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint" 
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    ), 
    post_analytics_processor_script=s3_code_postprocessor_uri, 
    output_s3_uri=s3_report_path, 
    statistics=my_default_monitor.baseline_statistics(), 
    constraints=my_default_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

Example programación de un análisis único

También puede programar el análisis para que se ejecute una vez sin que se repita pasando 
argumentos como los siguientes al método create_monitoring_schedule:

    schedule_cron_expression=CronExpressionGenerator.now(), 
    data_analysis_start_time="-PT1H", 
    data_analysis_end_time="-PT0H",

En estos argumentos, el parámetro schedule_cron_expression programa el análisis para 
que se ejecute una vez, inmediatamente, con el valorCronExpressionGenerator.now(). 
Para cualquier programación con esta configuración, se requieren los parámetros
data_analysis_start_time y data_analysis_end_time. Estos parámetros establecen 
la hora de inicio y la hora de finalización de una ventana de análisis. Defina estos tiempos como 
desplazamientos relativos a la hora actual y utilice el formato de duración ISO 8601. En este ejemplo, 
las horas -PT1H y -PT0H defina un intervalo entre una hora pasada y la hora actual. Con esta 
programación, el análisis evalúa solo los datos que se recopilaron durante el período especificado.

Example programación de un trabajo de transformación por lotes

El siguiente fragmento de código muestra el formato general que se utiliza para programar un 
monitor de modelos para un trabajo de transformación por lotes.

from sagemaker.model_monitor import ( 
    CronExpressionGenerator, 
    BatchTransformInput,  
    MonitoringDatasetFormat,  
)
from time import gmtime, strftime

mon_schedule_name = 'my-model-monitor-schedule-' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
my_default_monitor.create_monitoring_schedule( 
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    monitor_schedule_name=mon_schedule_name, 
    batch_transform_input=BatchTransformInput( 
        destination="opt/ml/processing/input", 
        data_captured_destination_s3_uri=s3_capture_upload_path, 
        dataset_format=MonitoringDatasetFormat.csv(header=False), 
    ), 
    post_analytics_processor_script=s3_code_postprocessor_uri, 
    output_s3_uri=s3_report_path, 
    statistics=my_default_monitor.baseline_statistics(), 
    constraints=my_default_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

desc_schedule_result = my_default_monitor.describe_schedule()
print('Schedule status: {}'.format(desc_schedule_result['MonitoringScheduleStatus']))

Expresión cron para la programación de supervisión

Para proporcionar detalles de la programación de monitorización, utilice ScheduleConfig, que es 
una expresión cron que describe detalles sobre la programación de monitorización.

Amazon SageMaker Model Monitor admite las siguientes cron expresiones:

• Para configurar el trabajo para que comience cada hora, utilice lo siguiente:

Hourly: cron(0 * ? * * *)

• Para ejecutar el trabajo a diario, utilice lo siguiente:

cron(0 [00-23] ? * * *)

• Para ejecutar el trabajo una vez, inmediatamente, utilice la siguiente palabra clave:

NOW

Por ejemplo, las siguientes expresiones cron son válidas:

• Todos los días a las 12 PM UTC: cron(0 12 ? * * *)

• Todos los días a las 12 AM UTC: cron(0 0 ? * * *)

Para admitir la ejecución cada 6, 12 horas, el monitor de modelos admite la siguiente expresión:
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cron(0 [00-23]/[01-24] ? * * *)

Por ejemplo, las siguientes expresiones cron son válidas:

• Cada 12 horas, a partir de las 5 PM UTC: cron(0 17/12 ? * * *)

• Cada dos horas, a partir de las 12 AM UTC: cron(0 0/2 ? * * *)

Notas

• Aunque la expresión cron está configurada para comenzar a las 5 PM UTC, tenga en 
cuenta que podría haber un retraso de 0 a 20 minutos respecto a la hora solicitada real 
para ejecutar la ejecución.

• Si desea ejecutar en un horario diario, no proporcione este parámetro. SageMakerelige 
una hora para correr todos los días.

• Actualmente, SageMaker solo admite tasas de enteros por hora entre 1 hora y 24 horas.

Configuración de políticas de control de servicio para programaciones de 
supervisión

Debe especificar los parámetros de un trabajo de supervisión al crear o actualizar su programación 
con la CreateMonitoringScheduleAPI o la UpdateMonitoringScheduleAPI, respectivamente. En 
función de su caso de uso, puede hacer esto de una de las siguientes formas:

• Puede especificar el MonitoringJobDefinitioncampo de MonitoringScheduleConfig, al invocar
CreateMonitoringSchedule oUpdateMonitoringSchedule. Puede usar esto solo para 
crear o actualizar una programación para un trabajo de supervisión de la calidad de los datos.

• Puede especificar el nombre de una definición de trabajo de supervisión, que ya haya creado, 
para el campo MonitoringJobDefinitionName de MonitoringScheduleConfig cuando 
invoca CreateMonitoringSchedule o UpdateMonitoringSchedule. Puede usar esto para 
cualquier definición de trabajo que cree con una de las siguientes API:

• CreateDataQualityJobDefinition

• CreateModelQualityJobDefinition

• CreateModelBiasJobDefinition

• CreateModelExplainabilityJobDefinition
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Si quieres usar el SDK de SageMaker Python para crear o actualizar planificaciones, debes usar 
este proceso.

Los procesos antes mencionados se excluyen mutuamente, es decir, puede especificar el campo
MonitoringJobDefinition o el campo MonitoringJobDefinitionName al crear o actualizar 
las programaciones de supervisión.

Al crear una definición de trabajo de supervisión o al especificar una en el campo
MonitoringJobDefinition, puede establecer parámetros de seguridad, como NetworkConfig
y VolumeKmsKeyId. Como administrador, es posible que desee que estos parámetros estén 
siempre establecidos en determinados valores, de modo que los trabajos de supervisión se 
ejecuten siempre en un entorno seguro. Para garantizar esto, configure las Políticas de control de 
servicio (SCP) adecuadas. Las SCP son un tipo de política de organización que puede utilizar para 
administrar permisos en su organización.

El siguiente ejemplo muestra una SCP que puede utilizar para asegurarse de que los parámetros 
de la infraestructura estén configurados correctamente al crear o actualizar los programas de 
supervisión de los trabajos.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateDataQualityJobDefinition", 
                "sagemaker:CreateModelBiasJobDefinition", 
                "sagemaker:CreateModelExplainabilityJobDefinition", 
                "sagemaker:CreateModelQualityJobDefinition" 
            ], 
            "Resource": "arn:*:sagemaker:*:*:*", 
            "Condition": { 
                "Null": { 
                    "sagemaker:VolumeKmsKey":"true", 
                    "sagemaker:VpcSubnets": "true", 
                    "sagemaker:VpcSecurityGroupIds": "true" 
                } 
            } 
        }, 
        { 
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            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateDataQualityJobDefinition", 
                "sagemaker:CreateModelBiasJobDefinition", 
                "sagemaker:CreateModelExplainabilityJobDefinition", 
                "sagemaker:CreateModelQualityJobDefinition" 
            ], 
            "Resource": "arn:*:sagemaker:*:*:*", 
            "Condition": { 
                "Bool": { 
                    "sagemaker:InterContainerTrafficEncryption": "false" 
                } 
            } 
        }, 
        { 
            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateMonitoringSchedule", 
                "sagemaker:UpdateMonitoringSchedule", 
            ], 
            "Resource": "arn:*:sagemaker:*:*:monitoring-schedule/*", 
            "Condition": { 
                "Null": { 
                    "sagemaker:ModelMonitorJobDefinitionName": "true" 
                } 
            } 
        } 
    ]
} 
     

Las dos primeras reglas del ejemplo garantizan que los parámetros de seguridad estén siempre 
configurados para supervisar las definiciones de los trabajos. La regla final exige que cualquier 
persona de su organización que cree o actualice una programación tenga que especificar siempre 
el campo MonitoringJobDefinitionName. Esto garantiza que nadie de su organización 
pueda establecer valores inseguros para los parámetros de seguridad al especificar el campo
MonitoringJobDefinition al crear o actualizar las programaciones.

Contenedor prediseñado de Amazon SageMaker Model Monitor
SageMaker proporciona una imagen integrada denominada sagemaker-model-monitor-
analyzer que le proporciona una gama de funciones de supervisión de modelos, que incluyen la 
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sugerencia de restricciones, la generación de estadísticas, la validación de restricciones con respecto 
a una línea base y la emisión de métricas de Amazon CloudWatch. Esta imagen se basa en la 
versión 3.3.0 de Spark y se crea con la versión 2.0.2 de Deequ.

Note

No puede extraer directamente la imagen integrada sagemaker-model-monitor-
analyzer. Puede utilizar la imagen sagemaker-model-monitor-analyzer cuando 
envíe un trabajo de procesamiento o supervisión de referencia mediante uno de los AWS 
SDK.

Utilice el SDK de SageMaker Python (consulte image_uris.retrieve la guía de referencia del 
SDK de SageMaker Python) para generar el URI de la imagen ECR por usted o especifique el URI 
de la imagen de ECR directamente. Se puede acceder a la imagen prediseñada de SageMaker 
Model Monitor de la siguiente manera:

<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-model-monitor-
analyzer

Por ejemplo: 159807026194.dkr.ecr.us-west-2.amazonaws.com/sagemaker-model-
monitor-analyzer

Si se encuentra en una AWS región de China, puede acceder a las imágenes prediseñadas de 
SageMaker Model Monitor de la siguiente manera:

<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com.cn/sagemaker-model-
monitor-analyzer

Para ver los ID de cuenta y los nombres de las regiones de AWS, consulte Docker Registry Paths 
and Example Code.

Para escribir su propio contenedor de análisis, consulte el contrato de contenedor descrito en
Personalizar la supervisión.

Interpretación de los resultados
Una vez que haya ejecutado un trabajo de procesamiento de referencia y haya obtenido estadísticas 
y restricciones para el conjunto de datos, puede ejecutar trabajos de supervisión que calculen 
estadísticas y enumeren las infracciones encontradas en relación con las restricciones de 
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referencia. CloudWatch Las estadísticas de Amazon también se muestran en tu cuenta de forma 
predeterminada. Para obtener información sobre la visualización de los resultados de la supervisión 
en Amazon SageMaker Studio, consulteVisualice los resultados de los puntos de enlace en tiempo 
real en Amazon Studio SageMaker .

Enumerar ejecuciones

La programación inicia trabajos de supervisión en los intervalos especificados. El siguiente código 
enumera las últimas cinco ejecuciones. Si ejecuta este código después de crear la programación 
horaria, es posible que las ejecuciones estén vacías y que tenga que esperar hasta cruzar el límite 
de hora (en UTC) para ver el inicio de las ejecuciones. El siguiente código incluye la lógica de 
espera.

mon_executions = my_default_monitor.list_executions()
print("We created a hourly schedule above and it will kick off executions ON the hour 
 (plus 0 - 20 min buffer.\nWe will have to wait till we hit the hour...")

while len(mon_executions) == 0: 
    print("Waiting for the 1st execution to happen...") 
    time.sleep(60) 
    mon_executions = my_default_monitor.list_executions()

Inspeccionar una ejecución específica

En el paso anterior, recogió la última ejecución programada completada o errónea. Puede explorar lo 
que salió bien o mal. Los estados terminales son:

• Completed: se ha completado la ejecución de supervisión y no se encontraron problemas en el 
informe de infracciones.

• CompletedWithViolations: se ha completado la ejecución, pero se han detectado infracciones 
de restricciones.

• Failed: se ha producido un error en la ejecución de supervisión, posiblemente debido a un error 
de cliente (por ejemplo, problemas de rol) o problemas de infraestructura. Para identificar la causa, 
consulte FailureReason y ExitMessage.

latest_execution = mon_executions[-1] # latest execution's index is -1, previous is -2 
 and so on..
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time.sleep(60)
latest_execution.wait(logs=False)

print("Latest execution status: {}".format(latest_execution.describe()
['ProcessingJobStatus']))
print("Latest execution result: {}".format(latest_execution.describe()['ExitMessage']))

latest_job = latest_execution.describe()
if (latest_job['ProcessingJobStatus'] != 'Completed'): 
        print("====STOP==== \n No completed executions to inspect further. Please wait 
 till an execution completes or investigate previously reported failures.")

report_uri=latest_execution.output.destination
print('Report Uri: {}'.format(report_uri))

Enumerar los informes generados

Enumere los informes generados. Utilice el siguiente código para enumerar los informes generados.

from urllib.parse import urlparse
s3uri = urlparse(report_uri)
report_bucket = s3uri.netloc
report_key = s3uri.path.lstrip('/')
print('Report bucket: {}'.format(report_bucket))
print('Report key: {}'.format(report_key))

s3_client = boto3.Session().client('s3')
result = s3_client.list_objects(Bucket=report_bucket, Prefix=report_key)
report_files = [report_file.get("Key") for report_file in result.get('Contents')]
print("Found Report Files:")
print("\n ".join(report_files))

Informe de infracciones

Si hay infracciones en comparación con la referencia, se generan en el informe de infracciones. 
Utilice el siguiente código para enumerar las infracciones.

violations = my_default_monitor.latest_monitoring_constraint_violations()
pd.set_option('display.max_colwidth', -1)
constraints_df = pd.io.json.json_normalize(violations.body_dict["violations"])
constraints_df.head(10)
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Esto solo se aplica a los conjuntos de datos que contienen datos tabulares. Los siguientes archivos 
de esquema especifican las estadísticas calculadas y las infracciones monitorizadas.

Archivos de salida para conjuntos de datos tabulares

Nombre de archivo Descripción

statistics.json Contiene estadísticas en columnas para cada 
característica del conjunto de datos que se 
analiza. Consulte el esquema de este archivo 
en el tema siguiente.

Note

Este archivo se crea únicamente para 
supervisar la calidad de los datos.

constraint_violations.json Contiene una lista de infracciones que se 
encuentran en este conjunto de datos actual en 
comparación con el archivo de estadísticas de 
referencia y restricciones especificado en las 
rutas de acceso baseline_constaints  y
baseline_statistics .

Contenedor prediseñado de Amazon SageMaker Model MonitorGuarda un conjunto de CloudWatch 
métricas de Amazon para cada función de forma predeterminada.

El código del contenedor puede emitir CloudWatch métricas en esta ubicación:/opt/ml/output/
metrics/cloudwatch.

Visualice los resultados de los puntos de enlace en tiempo real en 
Amazon Studio SageMaker

Si monitoriza un punto final en tiempo real, también puede visualizar los resultados en Amazon 
SageMaker Studio. Puede ver los detalles de la ejecución de cualquier trabajo de supervisión y 
puede crear gráficos que muestren la referencia y los valores capturados de cualquier métrica que 
calcule el trabajo de supervisión.
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Para ver los resultados detallados de un trabajo de supervisión

1. Inicie sesión en Studio. Para obtener más información, consulte Descripción general SageMaker 
de Amazon Domain.

2. En el panel de navegación izquierdo, elija el icono Componentes y registros

( ).

3. Elija Puntos de conexión en el menú desplegable.

4. En la pestaña de punto de conexión, elija el tipo de supervisión para el que desea ver los 
detalles del trabajo.
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5. Elija el nombre de la ejecución del trabajo de supervisión del que quiere ver los detalles de la 
lista de trabajos de supervisión.

6. La pestaña DETALLES DEL TRABAJO DE SUPERVISIÓN se abre con un informe detallado del 
trabajo de supervisión.
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Puede crear un gráfico que muestre las métricas de referencia y capturadas durante un período de 
tiempo.

Para crear un gráfico en SageMaker Studio para visualizar los resultados de la monitorización

1. Inicie sesión en Studio. Para obtener más información, consulte Descripción general SageMaker 
de Amazon Domain.
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2. En el panel de navegación izquierdo, elija el icono Componentes y registros

( ).

3. Elija Puntos de conexión en el menú desplegable.

4. En la pestaña Punto de conexión, elija el tipo de supervisión para el que desea crear un gráfico. 
En este ejemplo, se muestra un gráfico para el tipo de supervisión de Calidad del modelo.
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5. Elija Agregar gráfico.

6. En la pestaña PROPIEDADES DEL GRÁFICO, elija el período de tiempo, la estadística y la 
métrica que desee representar gráficamente. En este ejemplo, se muestra un gráfico para una
Línea temporal de 1 semana, la Estadística Promedio y la Métrica F1.

Visualizar los resultados de los puntos de conexión en tiempo real 5499



Amazon SageMaker Guía para desarrolladores

7. El gráfico que muestra la estadística de la métrica de referencia y actual que eligió en el paso 
anterior aparece en la pestaña Punto de conexión.
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Temas avanzados
Las siguientes secciones contienen tareas más avanzadas que explican cómo personalizar la 
supervisión mediante scripts de preprocesamiento y postprocesamiento, cómo crear su propio 
contenedor y cómo utilizar AWS CloudFormation para crear una programación de supervisión.

Temas

• Personalizar la supervisión

• Creación de una programación de supervisión para un punto de conexión en tiempo real con un 
recurso de AWS CloudFormation personalizado

Personalizar la supervisión

Además de utilizar los mecanismos de monitorización integrados, puede crear sus propios 
programas y procedimientos de monitorización personalizados mediante scripts de preprocesamiento 
y postprocesamiento o mediante el uso o la creación de su propio contenedor.

Temas

• Preprocesamiento y postprocesamiento

• Utilice sus propios contenedores

Preprocesamiento y postprocesamiento

Puede usar scripts de Python personalizados de preprocesamiento y postprocesamiento para 
transformar la entrada en el monitor de modelos o extender el código después de una ejecución de 
supervisión correcta. Cargue estos scripts en Amazon S3 y haga referencia a ellos cuando cree su 
monitor de modelos.

En el ejemplo siguiente se muestra cómo personalizar los programas de supervisión con scripts de 
preprocesamiento y postprocesamiento. Reemplace el texto del marcador de posición del 
usuario con información propia.

import boto3, os
from sagemaker import get_execution_role, Session
from sagemaker.model_monitor import CronExpressionGenerator, DefaultModelMonitor

# Upload pre and postprocessor scripts
session = Session()
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bucket = boto3.Session().resource("s3").Bucket(session.default_bucket())
prefix = "demo-sagemaker-model-monitor"
pre_processor_script = bucket.Object(os.path.join(prefix, 
 "preprocessor.py")).upload_file("preprocessor.py")
post_processor_script = bucket.Object(os.path.join(prefix, 
 "postprocessor.py")).upload_file("postprocessor.py")

# Get execution role
role = get_execution_role() # can be an empty string

# Instance type
instance_type = "instance-type"
# instance_type = "ml.m5.xlarge" # Example

# Create a monitoring schedule with pre and postprocessing
my_default_monitor = DefaultModelMonitor( 
    role=role, 
    instance_count=1, 
    instance_type=instance_type, 
    volume_size_in_gb=20, 
    max_runtime_in_seconds=3600,
)

s3_report_path = "s3://{}/{}".format(bucket, "reports")
monitor_schedule_name = "monitor-schedule-name"
endpoint_name = "endpoint-name"
my_default_monitor.create_monitoring_schedule( 
    post_analytics_processor_script=post_processor_script, 
    record_preprocessor_script=pre_processor_script, 
    monitor_schedule_name=monitor_schedule_name, 
    # use endpoint_input for real-time endpoint 
    endpoint_input=endpoint_name, 
    # or use batch_transform_input for batch transform jobs 
    # batch_transform_input=batch_transform_name, 
    output_s3_uri=s3_report_path, 
    statistics=my_default_monitor.baseline_statistics(), 
    constraints=my_default_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
) 
   

Temas
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• Archivo de comandos de preprocesamiento

• Muestreo personalizado

• Archivo de comandos de postprocesamiento

Archivo de comandos de preprocesamiento

Utilice scripts de preprocesamiento cuando necesite transformar las entradas del monitor de 
modelos.

Por ejemplo, suponga que la salida de su modelo es una matriz [1.0, 2.1]. El contenedor 
Amazon SageMaker Model Monitor solo funciona con estructuras JSON tabulares o aplanadas, 
como. {“prediction0”: 1.0, “prediction1” : 2.1} Puede utilizar un script de 
preprocesamiento como el siguiente para transformar la matriz en la estructura JSON correcta.

def preprocess_handler(inference_record): 
    input_data = inference_record.endpoint_input.data 
    output_data = inference_record.endpoint_output.data.rstrip("\n") 
    data = output_data + "," + input_data 
    return { str(i).zfill(20) : d for i, d in enumerate(data.split(",")) } 
       

En otro ejemplo, suponga que el modelo tiene características opcionales y que utiliza -1 para indicar 
que a la característica opcional le falta un valor. Si tiene un monitor de calidad de datos, es posible 
que desee eliminar el -1 de la matriz de valores de entrada para que no se incluya en los cálculos de 
métricas del monitor. Puede utilizar un script como el siguiente para eliminar esos valores.

def preprocess_handler(inference_record): 
    input_data = inference_record.endpoint_input.data 
    return {i : None if x == -1 else x for i, x in enumerate(input_data.split(","))} 
                     

El script de preprocesamiento recibe un inference_record como única entrada. El siguiente 
fragmento de código muestra un ejemplo de inference_record.

{ 
  "captureData": { 
    "endpointInput": { 
      "observedContentType": "text/csv", 
      "mode": "INPUT", 
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      "data": "132,25,113.2,96,269.9,107,,0,0,0,0,0,0,1,0,1,0,0,1", 
      "encoding": "CSV" 
    }, 
    "endpointOutput": { 
      "observedContentType": "text/csv; charset=utf-8", 
      "mode": "OUTPUT", 
      "data": "0.01076381653547287", 
      "encoding": "CSV" 
    } 
  }, 
  "eventMetadata": { 
    "eventId": "feca1ab1-8025-47e3-8f6a-99e3fdd7b8d9", 
    "inferenceTime": "2019-11-20T23:33:12Z" 
  }, 
  "eventVersion": "0"
} 
       

El siguiente fragmento de código muestra la estructura de clases completa de un
inference_record.

KEY_EVENT_METADATA = "eventMetadata"
KEY_EVENT_METADATA_EVENT_ID = "eventId"
KEY_EVENT_METADATA_EVENT_TIME = "inferenceTime"
KEY_EVENT_METADATA_CUSTOM_ATTR = "customAttributes"

KEY_EVENTDATA_ENCODING = "encoding"
KEY_EVENTDATA_DATA = "data"

KEY_GROUND_TRUTH_DATA = "groundTruthData"

KEY_EVENTDATA = "captureData"
KEY_EVENTDATA_ENDPOINT_INPUT = "endpointInput"
KEY_EVENTDATA_ENDPOINT_OUTPUT = "endpointOutput"

KEY_EVENTDATA_BATCH_OUTPUT = "batchTransformOutput"
KEY_EVENTDATA_OBSERVED_CONTENT_TYPE = "observedContentType"
KEY_EVENTDATA_MODE = "mode"

KEY_EVENT_VERSION = "eventVersion"

class EventConfig: 
    def __init__(self, endpoint, variant, start_time, end_time): 
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        self.endpoint = endpoint 
        self.variant = variant 
        self.start_time = start_time 
        self.end_time = end_time

class EventMetadata: 
    def __init__(self, event_metadata_dict): 
        self.event_id = event_metadata_dict.get(KEY_EVENT_METADATA_EVENT_ID, None) 
        self.event_time = event_metadata_dict.get(KEY_EVENT_METADATA_EVENT_TIME, None) 
        self.custom_attribute = event_metadata_dict.get(KEY_EVENT_METADATA_CUSTOM_ATTR, 
 None)

class EventData: 
    def __init__(self, data_dict): 
        self.encoding = data_dict.get(KEY_EVENTDATA_ENCODING, None) 
        self.data = data_dict.get(KEY_EVENTDATA_DATA, None) 
        self.observedContentType = data_dict.get(KEY_EVENTDATA_OBSERVED_CONTENT_TYPE, 
 None) 
        self.mode = data_dict.get(KEY_EVENTDATA_MODE, None) 

    def as_dict(self): 
        ret = { 
            KEY_EVENTDATA_ENCODING: self.encoding, 
            KEY_EVENTDATA_DATA: self.data, 
            KEY_EVENTDATA_OBSERVED_CONTENT_TYPE: self.observedContentType, 
        } 
        return ret

class CapturedData: 
    def __init__(self, event_dict): 
        self.event_metadata = None 
        self.endpoint_input = None 
        self.endpoint_output = None 
        self.batch_transform_output = None 
        self.ground_truth = None 
        self.event_version = None 
        self.event_dict = event_dict 
        self._event_dict_postprocessed = False 
         
        if KEY_EVENT_METADATA in event_dict: 
            self.event_metadata = EventMetadata(event_dict[KEY_EVENT_METADATA]) 
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        if KEY_EVENTDATA in event_dict: 
            if KEY_EVENTDATA_ENDPOINT_INPUT in event_dict[KEY_EVENTDATA]: 
                self.endpoint_input = EventData(event_dict[KEY_EVENTDATA]
[KEY_EVENTDATA_ENDPOINT_INPUT]) 
            if KEY_EVENTDATA_ENDPOINT_OUTPUT in event_dict[KEY_EVENTDATA]: 
                self.endpoint_output = EventData(event_dict[KEY_EVENTDATA]
[KEY_EVENTDATA_ENDPOINT_OUTPUT]) 
            if KEY_EVENTDATA_BATCH_OUTPUT in event_dict[KEY_EVENTDATA]: 
                self.batch_transform_output = EventData(event_dict[KEY_EVENTDATA]
[KEY_EVENTDATA_BATCH_OUTPUT]) 

        if KEY_GROUND_TRUTH_DATA in event_dict: 
            self.ground_truth = EventData(event_dict[KEY_GROUND_TRUTH_DATA]) 
        if KEY_EVENT_VERSION in event_dict: 
            self.event_version = event_dict[KEY_EVENT_VERSION] 

    def as_dict(self): 
        if self._event_dict_postprocessed is True: 
            return self.event_dict 
        if KEY_EVENTDATA in self.event_dict: 
            if KEY_EVENTDATA_ENDPOINT_INPUT in self.event_dict[KEY_EVENTDATA]: 
                self.event_dict[KEY_EVENTDATA][KEY_EVENTDATA_ENDPOINT_INPUT] = 
 self.endpoint_input.as_dict() 
            if KEY_EVENTDATA_ENDPOINT_OUTPUT in self.event_dict[KEY_EVENTDATA]: 
                self.event_dict[KEY_EVENTDATA][ 
                    KEY_EVENTDATA_ENDPOINT_OUTPUT 
                ] = self.endpoint_output.as_dict() 
            if KEY_EVENTDATA_BATCH_OUTPUT in self.event_dict[KEY_EVENTDATA]: 
                self.event_dict[KEY_EVENTDATA][KEY_EVENTDATA_BATCH_OUTPUT] = 
 self.batch_transform_output.as_dict() 
         
        self._event_dict_postprocessed = True 
        return self.event_dict 

    def __str__(self): 
        return str(self.as_dict()) 
       

Muestreo personalizado

También puede aplicar una estrategia de muestreo personalizada en su script de preprocesamiento. 
Para ello, configure el contenedor propio y prediseñado del monitor de modelos para que haga caso 
omiso de un porcentaje de los registros de acuerdo con la frecuencia de muestreo especificada. En 
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el siguiente ejemplo, el controlador muestrea el 10 % de los registros devolviendo el registro del 10 % 
de las llamadas al controlador y, en caso contrario, devuelve una lista vacía.

import random

def preprocess_handler(inference_record): 
    # we set up a sampling rate of 0.1 
    if random.random() > 0.1: 
        # return an empty list 
        return [] 
    input_data = inference_record.endpoint_input.data 
    return {i : None if x == -1 else x for i, x in enumerate(input_data.split(","))}

Registro personalizado de script de preprocesamiento

Si el script de preprocesamiento devuelve un error, compruebe los mensajes de excepción 
registrados para realizar la depuración. CloudWatch Puede acceder al registrador a CloudWatch 
través de la interfaz. preprocess_handler Puede registrar cualquier información que necesite de 
su script en. CloudWatch Esto puede resultar útil a la hora de depurar el script de preprocesamiento. 
El siguiente ejemplo muestra cómo puede utilizar la preprocess_handler interfaz para iniciar 
sesión en CloudWatch

def preprocess_handler(inference_record, logger): 
    logger.info(f"I'm a processing record: {inference_record}") 
    logger.debug(f"I'm debugging a processing record: {inference_record}") 
    logger.warning(f"I'm processing record with missing value: {inference_record}") 
    logger.error(f"I'm a processing record with bad value: {inference_record}") 
    return inference_record 
         

Archivo de comandos de postprocesamiento

Utilice un script de postprocesamiento cuando desee extender el código después de una ejecución 
de supervisión correcta.

def postprocess_handler(): 
    print("Hello from post-proc script!")

Utilice sus propios contenedores
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Amazon SageMaker Model Monitor proporciona un contenedor prediseñado con la capacidad 
de analizar los datos capturados desde puntos de enlace o trabajos de transformación por lotes 
para conjuntos de datos tabulares. Si desea traer su propio contenedor, el monitor de modelos 
proporciona puntos de extensión que puede utilizar.

Desde dentro del sistema, cuando se crea una MonitoringSchedule, el monitor de modelos inicia 
en última instancia los trabajos de procesamiento. Por lo tanto, el contenedor debe estar al tanto 
del contrato de trabajo de procesamiento documentado en el tema Crear su propio contenedor de 
procesamiento (escenario avanzado). Tenga en cuenta que el monitor de modelos inicia el trabajo 
de procesamiento en su nombre según la programación. Al invocar, el monitor de modelos configura 
variables de entorno adicionales para que su contenedor tenga suficiente contexto para procesar los 
datos para esa ejecución particular de la supervisión programada. Para obtener información adicional 
sobre las entradas de contenedores, consulte Entradas de contrato de contenedor.

En el contenedor, utilizando las variables de entorno/contexto anteriores, ahora puede analizar el 
conjunto de datos para el período actual en su código personalizado. Una vez completado este 
análisis, puede optar por emitir sus informes para que se carguen en buckets de S3. Los informes 
que genera el contenedor prediseñado se documentan en Salidas del contrato de contenedor. Si 
desea que la visualización de los informes funcione en SageMaker Studio, debe utilizar el mismo 
formato. También puede optar por emitir informes completamente personalizados.

También puede emitir CloudWatch métricas desde el contenedor siguiendo las instrucciones que se 
indican enCloudWatch Métricas de Bring Your Own Containers.

Temas

• Entradas de contrato de contenedor

• Salidas del contrato de contenedor

• CloudWatch Métricas de Bring Your Own Containers

Entradas de contrato de contenedor

La plataforma Amazon SageMaker Model Monitor invoca tu código de contenedor según un 
cronograma específico. Si elige escribir su propio código de contenedor, están disponibles las 
siguientes variables de entorno. En este contexto, puede analizar el conjunto de datos actual o 
evaluar las restricciones si decide emitir métricas, si procede.
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Las variables de entorno disponibles son las mismas para los puntos de conexión en tiempo real y 
los trabajos de transformación por lotes, excepto para la variable dataset_format. Si utiliza un 
punto de conexión en tiempo real, la variable dataset_format admite las siguientes opciones:

{\"sagemakerCaptureJson\": {\"captureIndexNames\": [\"endpointInput\",\"endpointOutput
\"]}}

Si utiliza un trabajo de transformación por lotes, dataset_format admite las siguientes opciones:

{\"csv\": {\"header\": [\"true\",\"false\"]}}

{\"json\": {\"line\": [\"true\",\"false\"]}}

{\"parquet\": {}}

El siguiente ejemplo de código muestra el conjunto completo de variables de entorno disponibles 
para el código de contenedor (y utiliza el formato dataset_format para un punto de conexión en 
tiempo real).

"Environment": { 
 "dataset_format": "{\"sagemakerCaptureJson\": {\"captureIndexNames\": [\"endpointInput
\",\"endpointOutput\"]}}", 
 "dataset_source": "/opt/ml/processing/endpointdata", 
 "end_time": "2019-12-01T16: 20: 00Z", 
 "output_path": "/opt/ml/processing/resultdata", 
 "publish_cloudwatch_metrics": "Disabled", 
 "sagemaker_endpoint_name": "endpoint-name", 
 "sagemaker_monitoring_schedule_name": "schedule-name", 
 "start_time": "2019-12-01T15: 20: 00Z"
}

Parámetros

Nombre del parámetro Descripción

dataset_format Para un trabajo iniciado a partir de un
MonitoringSchedule  respaldado por un
Endpoint, esto es sageMakerCaptureJs 
on  con los índices de captura endpointI 
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Nombre del parámetro Descripción

nput  o endpointOutput , o ambos. Para 
un trabajo de transformación por lotes, esto 
especifica el formato de los datos, ya sea CSV, 
JSON o Parquet.

dataset_source S usa un punto de conexión en tiempo real, 
la ruta local en la que están disponibles los 
datos correspondientes al período de supervisi 
ón, según lo especificado por start_time
y end_time. En esta ruta, los datos están 
disponibles en  /{endpoint-name}/{ 
variant-name}/yyyy/mm/dd/hh .

A veces descargamos más de lo que especific 
an las horas de inicio y fin. Depende del código 
contenedor analizar los datos según sea 
necesario.

output_path La ruta local para escribir informes de 
salida y otros archivos. Debe especificar 
este parámetro en la solicitud CreateMon 
itoringSchedule  como Monitorin 
gOutputConfig.MonitoringOut 
put[0].LocalPath . Se carga en la 
ruta de S3Uri especificada en Monitorin 
gOutputConfig.MonitoringOut 
put[0].S3Uri .

publish_cloudwatch_metrics Para un trabajo iniciado por CreateMon 
itoringSchedule , este parámetro se 
establece en Enabled. El contenedor puede 
elegir escribir el archivo de CloudWatch salida 
de Amazon en[filepath] .
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Nombre del parámetro Descripción

sagemaker_endpoint_name Si utiliza un punto de conexión en tiempo real, 
el nombre del Endpoint para el que se lanzó 
este trabajo programado.

sagemaker_monitoring_schedu 
le_name

El nombre de la MonitoringSchedule
que lanzó este trabajo.

*sagemaker_endpoint_datacap 
ture_prefix*

Si utiliza un punto de conexión en tiempo 
real, el prefijo especificado en el parámetro
DataCaptureConfig  del Endpoint. El 
contenedor puede usarlo si necesita acceder 
directamente a más datos de los que ya ha 
descargado SageMaker en la dataset_s 
ource  ruta.

start_time, end_time Se ejecuta la ventana de tiempo para 
este análisis. Por ejemplo, para un trabajo 
programado para ejecutarse a las 05:00 UTC 
y un trabajo que se ejecuta el 20/02/2020,
start_time : es 2020-02-19T06:00:00Z y
end_time: es 2020-02-20T05:00:00Z

baseline_constraints: La ruta local del archivo de restricción de 
referencia especificado en  BaselineC 
onfig.ConstraintResource.S3Uri . 
Esto solo está disponible si este parámetro 
se especificó en la solicitud CreateMon 
itoringSchedule .

baseline_statistics La ruta de acceso local al archivo de estadísti 
cas de referencia especificado en BaselineC 
onfig.StatisticsResource.S3Uri . 
Esto solo está disponible si este parámetro 
se especificó en la solicitud CreateMon 
itoringSchedule :
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Salidas del contrato de contenedor

El contenedor puede analizar los datos disponibles en la ruta *dataset_source* y escribir 
informes en la ruta en *output_path*. El código de contenedor puede escribir cualquier informe 
que se adapte a sus necesidades.

Si utiliza la estructura y el contrato siguientes, algunos archivos de salida se tratan de forma especial 
SageMaker en la visualización y la API. Esto solo se aplica a los conjuntos de datos tabulares.

Archivos de salida para conjuntos de datos tabulares

Nombre de archivo Descripción

statistics.json Se espera que este archivo tenga estadísticas 
en columnas para cada característica en el 
conjunto de datos que se analiza. El esquema 
de este archivo está disponible en la siguiente 
sección.

constraints.json Se espera que este archivo tenga las restricci 
ones en las características observadas. El 
esquema de este archivo está disponible en la 
siguiente sección.

constraints_violations.json Se espera que este archivo tenga la lista de 
infracciones encontradas en este conjunto de 
datos actual en comparación con el archivo 
de estadísticas de referencia y restricci 
ones especificado en la ruta baseline_ 
constaints  y baseline_statistics .

Además, si el publish_cloudwatch_metrics valor es código "Enabled" contenedor 
puede emitir CloudWatch métricas de Amazon en esta ubicación:/opt/ml/output/metrics/
cloudwatch. El esquema de estos archivos se describe en las secciones siguientes.

Temas

• Esquema para estadísticas (archivo statistics.json)

• Esquema para restricciones (archivo constraints.json)
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Esquema para estadísticas (archivo statistics.json)

El esquema definido en el archivo statistics.json especifica los parámetros estadísticos que se 
van a calcular para la referencia y los datos que se capturan. También configura el bucket que debe 
utilizar KLL, un boceto de cuantiles muy compacto con esquema de compactación diferido.

{ 
    "version": 0, 
    # dataset level stats 
    "dataset": { 
        "item_count": number 
    }, 
    # feature level stats 
    "features": [ 
        { 
            "name": "feature-name", 
            "inferred_type": "Fractional" | "Integral", 
            "numerical_statistics": { 
                "common": { 
                    "num_present": number, 
                    "num_missing": number 
                }, 
                "mean": number, 
                "sum": number, 
                "std_dev": number, 
                "min": number, 
                "max": number, 
                "distribution": { 
                    "kll": { 
                        "buckets": [ 
                            { 
                                "lower_bound": number, 
                                "upper_bound": number, 
                                "count": number 
                            } 
                        ], 
                        "sketch": { 
                            "parameters": { 
                                "c": number, 
                                "k": number 
                            }, 
                            "data": [ 
                                [ 
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                                    num, 
                                    num, 
                                    num, 
                                    num 
                                ], 
                                [ 
                                    num, 
                                    num 
                                ][ 
                                    num, 
                                    num 
                                ] 
                            ] 
                        }#sketch 
                    }#KLL 
                }#distribution 
            }#num_stats 
        }, 
        { 
            "name": "feature-name", 
            "inferred_type": "String", 
            "string_statistics": { 
                "common": { 
                    "num_present": number, 
                    "num_missing": number 
                }, 
                "distinct_count": number, 
                "distribution": { 
                    "categorical": { 
                         "buckets": [ 
                                { 
                                    "value": "string", 
                                    "count": number 
                                } 
                          ] 
                     } 
                } 
            }, 
            #provision for custom stats 
        } 
    ]
}
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Notas

• Las métricas especificadas se reconocen SageMaker en los cambios de visualización 
posteriores. El contenedor puede emitir más métricas en caso necesario.

• El boceto KLL es el boceto reconocido. Los contenedores personalizados pueden escribir 
su propia representación, pero no se reconocerán SageMaker en las visualizaciones.

• Por defecto, la distribución se materializa en 10 buckets. No puede cambiar este valor.

Esquema para restricciones (archivo constraints.json)

Se utiliza un archivo constraints.json para expresar las restricciones que debe cumplir un conjunto 
de datos. Los contenedores de Amazon SageMaker Model Monitor pueden usar el archivo 
constraints.json para evaluar los conjuntos de datos con ellos. Los contenedores prediseñados 
proporcionan la capacidad de generar automáticamente el archivo constraints.json para un conjunto 
de datos de referencia. Si utiliza su propio contenedor, puede proporcionarle habilidades similares 
o puede crear el archivo constraints.json de otra manera. Aquí está el esquema para el archivo 
de restricciones que utiliza el contenedor prediseñado. Al utilizar sus propios contenedores puede 
adoptar el mismo formato o mejorarlo según sea necesario.

{ 
    "version": 0, 
    "features": 
    [ 
        { 
            "name": "string", 
            "inferred_type": "Integral" | "Fractional" |  
                    | "String" | "Unknown", 
            "completeness": number, 
            "num_constraints": 
            { 
                "is_non_negative": boolean 
            }, 
            "string_constraints": 
            { 
                "domains": 
                [ 
                    "list of", 
                    "observed values", 
                    "for small cardinality" 
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                ] 
            }, 
            "monitoringConfigOverrides": 
            {} 
        } 
    ], 
    "monitoring_config": 
    { 
        "evaluate_constraints": "Enabled", 
        "emit_metrics": "Enabled", 
        "datatype_check_threshold": 0.1, 
        "domain_content_threshold": 0.1, 
        "distribution_constraints": 
        { 
            "perform_comparison": "Enabled", 
            "comparison_threshold": 0.1, 
            "comparison_method": "Simple"||"Robust", 
            "categorical_comparison_threshold": 0.1, 
            "categorical_drift_method": "LInfinity"||"ChiSquared" 
        } 
    }
}

El objeto monitoring_config contiene opciones para el trabajo de supervisión de la 
característica. En la tabla siguiente se describe cada opción.

Supervisión de restricciones

Constraint Descripción

evaluate_constraints Cuando está Enabled, evalúa si el conjunto de 
datos actual que se está analizando satisface 
las restricciones especificadas en el archivo 
constraints.json tomado como referencia.

Valores válidos: Enabled o Disabled

Predeterminado: Enabled

emit_metrics CuandoEnabled, emite CloudWatch métricas 
para los datos contenidos en el archivo.

Valores válidos: Enabled o Disabled
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Constraint Descripción

Predeterminado: Enabled

datatype_check_threshold Si el umbral está por encima del valor del
datatype_check_threshold  especific 
ado, esto provoca un error que se trata como 
una infracción en el informe de infracciones. 
Si los tipos de datos de la ejecución actual no 
son los mismos que en el conjunto de datos de 
referencia, este umbral se utiliza para evaluar 
si debe marcarse como una infracción.

Durante el paso de línea base, las restricciones 
generadas sugieren el tipo de datos inferido 
para cada columna. El parámetro datatype_ 
check_threshold  se puede modificar 
para ajustar el umbral cuando se marca como 
infracción.

Valores válidos: número flotante

Predeterminado: 0.1

domain_content_threshold Si hay más valores desconocidos para un 
campo String en el conjunto de datos actual 
que en el conjunto de datos de referencia, este 
umbral se puede usar para dictar si necesita 
marcarse como una infracción.

Valores válidos: número flotante

Predeterminado: 0.1
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Constraint Descripción

perform_comparison

Cuando está Enabled, este indicador indica 
al código que realice una comparación de 
distribución entre la distribución de referencia 
y la distribución observada para el conjunto de 
datos actual.

Valores válidos: Enabled o Disabled

Predeterminado: Enabled

distribution_constraints

comparison_threshold

Si el umbral está por encima del valor estableci 
do para el comparison_threshold , esto 
provoca un error que se trata como infracció 
n en el informe de infracción. La distancia 
se calcula obteniendo la diferencia absoluta 
máxima entre las funciones de distribución 
acumulativas de dos distribuciones.

Valores válidos: número flotante

Predeterminado: 0.1
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Constraint Descripción

comparison_method

Ya sea para calcular linf_simple  o
linf_robust . El linf_simple  se basa 
en la diferencia absoluta máxima entre las 
funciones de distribución acumulativas de 
dos distribuciones. El cálculo de linf_robu 
st  se basa en linf_simple , pero se 
utiliza cuando no hay suficientes muestras. La 
fórmula linf_robust  se basa en la prueba 
de Kolmogorov-Smirnov de dos muestras.

Valores válidos: linf_simple  o linf_robu 
st

categorical_comparison_threshold

Opcional. Establece un umbral para las 
características categóricas. Si el valor del 
conjunto de datos supera el umbral estableci 
do, se registra la infracción en el informe de 
infracción.

Valores válidos: número flotante

Valor predeterminado: el valor asignado el 
parámetro comparison_threshold
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Constraint Descripción

categorical_drift_method

Opcional. En el caso de las características 
categóricas, especifica el método de computaci 
ón utilizado para detectar la desviación de 
distribución. Si no establece este parámetro, se 
utilizará la prueba K-S (LInfinity).

Valores válidos: LInfinity  o ChiSquared

Predeterminado: LInfinity

CloudWatch Métricas de Bring Your Own Containers

Si el publish_cloudwatch_metrics valor está Enabled en el Environment mapa del /
opt/ml/processing/processingjobconfig.json archivo, el código del contenedor emite 
CloudWatch las métricas de Amazon en esta ubicación:/opt/ml/output/metrics/cloudwatch.

El esquema de este archivo se basa estrechamente en la CloudWatch PutMetrics API. El espacio 
de nombres no se especifica aquí. De forma predeterminada, es lo siguiente:

• For real-time endpoints: /aws/sagemaker/Endpoint/data-metrics

• For batch transform jobs: /aws/sagemaker/ModelMonitoring/data-metrics

Sin embargo, puede especificar dimensiones. Se recomienda agregar las siguientes dimensiones 
como mínimo:

• Endpoint y MonitoringSchedule para puntos de conexión en tiempo real

• MonitoringSchedule para trabajos de transformación por lotes

En los siguientes fragmentos de código JSON, se muestra cómo configurar las dimensiones.

Para un punto de conexión en tiempo real, consulte el siguiente fragmento de código JSON, que 
incluye las dimensiones Endpoint y MonitoringSchedule:

{  
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    "MetricName": "", # Required 
    "Timestamp": "2019-11-26T03:00:00Z", # Required 
    "Dimensions" : [{"Name":"Endpoint","Value":"endpoint_0"},
{"Name":"MonitoringSchedule","Value":"schedule_0"}] 
    "Value": Float, 
    # Either the Value or the StatisticValues field can be populated and not both. 
    "StatisticValues": { 
        "SampleCount": Float, 
        "Sum": Float, 
        "Minimum": Float, 
        "Maximum": Float 
    }, 
    "Unit": "Count", # Optional
}

Para un trabajo de transformación por lotes, consulte el siguiente fragmento de JSON, que incluye la 
dimensión MonitoringSchedule:

{  
    "MetricName": "", # Required 
    "Timestamp": "2019-11-26T03:00:00Z", # Required 
    "Dimensions" : [{"Name":"MonitoringSchedule","Value":"schedule_0"}] 
    "Value": Float, 
    # Either the Value or the StatisticValues field can be populated and not both. 
    "StatisticValues": { 
        "SampleCount": Float, 
        "Sum": Float, 
        "Minimum": Float, 
        "Maximum": Float 
    }, 
    "Unit": "Count", # Optional
}

Creación de una programación de supervisión para un punto de conexión 
en tiempo real con un recurso de AWS CloudFormation personalizado

Si utiliza un punto de conexión en tiempo real, puede utilizar un recurso de AWS CloudFormation 
personalizado para crear una programación de supervisión. El recurso personalizado está en Python. 
Para implementarlo, consulte la implementación de Python Lambda.
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Recurso personalizado

Comience agregando un recurso personalizado a la plantilla de AWS CloudFormation. Esto apunta a 
una función de AWS Lambda que creará en el siguiente paso.

Este recurso le permite personalizar los parámetros de la programación de supervisión. Puede 
agregar o quitar más parámetros si modifica el recurso de AWS CloudFormation y la función de 
Lambda en el siguiente recurso de ejemplo.

{ 
    "AWSTemplateFormatVersion": "2010-09-09", 
    "Resources": { 
        "MonitoringSchedule": { 
            "Type": "Custom::MonitoringSchedule", 
            "Version": "1.0", 
            "Properties": { 
                "ServiceToken": "arn:aws:lambda:us-west-2:111111111111:function:lambda-
name", 
                "ScheduleName": "YourScheduleName", 
                "EndpointName": "YourEndpointName", 
                "BaselineConstraintsUri": "s3://your-baseline-constraints/
constraints.json", 
                "BaselineStatisticsUri": "s3://your-baseline-stats/statistics.json", 
                "PostAnalyticsProcessorSourceUri": "s3://your-post-processor/
postprocessor.py", 
                "RecordPreprocessorSourceUri": "s3://your-preprocessor/
preprocessor.py", 
                "InputLocalPath": "/opt/ml/processing/endpointdata", 
                "OutputLocalPath": "/opt/ml/processing/localpath", 
                "OutputS3URI": "s3://your-output-uri", 
                "ImageURI": "111111111111.dkr.ecr.us-west-2.amazonaws.com/your-image", 
                "ScheduleExpression": "cron(0 * ? * * *)", 
                "PassRoleArn": "arn:aws:iam::111111111111:role/AmazonSageMaker-
ExecutionRole" 
            } 
        } 
    }
}
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Código de recurso personalizado de Lambda

Este recurso personalizado de AWS CloudFormation utiliza la biblioteca de AWS Custom Resource 
Helper que puede instalar con pip mediante pip install crhelper.

AWS CloudFormation invoca esta función Lambda durante la creación y eliminación de la pila. Esta 
función Lambda es responsable de crear y eliminar la programación de monitorización y utilizar los 
parámetros definidos en el recurso personalizado descrito en la sección anterior.

import boto3
import botocore
import logging

from crhelper import CfnResource
from botocore.exceptions import ClientError

logger = logging.getLogger(__name__)
sm = boto3.client('sagemaker')

# cfnhelper makes it easier to implement a CloudFormation custom resource
helper = CfnResource()

# CFN Handlers

def handler(event, context): 
    helper(event, context)

@helper.create
def create_handler(event, context): 
    """ 
    Called when CloudFormation custom resource sends the create event 
    """ 
    create_monitoring_schedule(event)

@helper.delete
def delete_handler(event, context): 
    """ 
    Called when CloudFormation custom resource sends the delete event 
    """ 
    schedule_name = get_schedule_name(event) 
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    delete_monitoring_schedule(schedule_name)

@helper.poll_create
def poll_create(event, context): 
    """ 
    Return true if the resource has been created and false otherwise so 
    CloudFormation polls again. 
    """ 
    schedule_name = get_schedule_name(event) 
    logger.info('Polling for creation of schedule: %s', schedule_name) 
    return is_schedule_ready(schedule_name)

@helper.update
def noop(): 
    """ 
    Not currently implemented but crhelper will throw an error if it isn't added 
    """ 
    pass

# Helper Functions

def get_schedule_name(event): 
    return event['ResourceProperties']['ScheduleName']

def create_monitoring_schedule(event): 
    schedule_name = get_schedule_name(event) 
    monitoring_schedule_config = create_monitoring_schedule_config(event) 

    logger.info('Creating monitoring schedule with name: %s', schedule_name) 

    sm.create_monitoring_schedule( 
        MonitoringScheduleName=schedule_name, 
        MonitoringScheduleConfig=monitoring_schedule_config)

def is_schedule_ready(schedule_name): 
    is_ready = False 

    schedule = sm.describe_monitoring_schedule(MonitoringScheduleName=schedule_name) 
    status = schedule['MonitoringScheduleStatus'] 

    if status == 'Scheduled': 
        logger.info('Monitoring schedule (%s) is ready', schedule_name) 
        is_ready = True 
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    elif status == 'Pending': 
        logger.info('Monitoring schedule (%s) still creating, waiting and polling 
 again...', schedule_name) 
    else: 
        raise Exception('Monitoring schedule ({}) has unexpected status: 
 {}'.format(schedule_name, status)) 

    return is_ready

def create_monitoring_schedule_config(event): 
    props = event['ResourceProperties'] 

    return { 
        "ScheduleConfig": { 
            "ScheduleExpression": props["ScheduleExpression"], 
        }, 
        "MonitoringJobDefinition": { 
            "BaselineConfig": { 
                "ConstraintsResource": { 
                    "S3Uri": props['BaselineConstraintsUri'], 
                }, 
                "StatisticsResource": { 
                    "S3Uri": props['BaselineStatisticsUri'], 
                } 
            }, 
            "MonitoringInputs": [ 
                { 
                    "EndpointInput": { 
                        "EndpointName": props["EndpointName"], 
                        "LocalPath": props["InputLocalPath"], 
                    } 
                } 
            ], 
            "MonitoringOutputConfig": { 
                "MonitoringOutputs": [ 
                    { 
                        "S3Output": { 
                            "S3Uri": props["OutputS3URI"], 
                            "LocalPath": props["OutputLocalPath"], 
                        } 
                    } 
                ], 
            }, 
            "MonitoringResources": { 
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                "ClusterConfig": { 
                    "InstanceCount": 1, 
                    "InstanceType": "ml.t3.medium", 
                    "VolumeSizeInGB": 50, 
                } 
            }, 
            "MonitoringAppSpecification": { 
                "ImageUri": props["ImageURI"], 
                "RecordPreprocessorSourceUri": 
 props['PostAnalyticsProcessorSourceUri'], 
                "PostAnalyticsProcessorSourceUri": 
 props['PostAnalyticsProcessorSourceUri'], 
            }, 
            "StoppingCondition": { 
                "MaxRuntimeInSeconds": 300 
            }, 
            "RoleArn": props["PassRoleArn"], 
        } 
    }

def delete_monitoring_schedule(schedule_name): 
    logger.info('Deleting schedule: %s', schedule_name) 
    try: 
        sm.delete_monitoring_schedule(MonitoringScheduleName=schedule_name) 
    except ClientError as e: 
        if e.response['Error']['Code'] == 'ResourceNotFound': 
            logger.info('Resource not found, nothing to delete') 
        else: 
            logger.error('Unexpected error while trying to delete monitoring schedule') 
            raise e

Preguntas frecuentes sobre el monitor de modelos

Consulta las siguientes preguntas frecuentes para obtener más información sobre Amazon 
SageMaker Model Monitor.

P: ¿Cómo ayudan Model Monitor y SageMaker Clarify a los clientes a monitorear el comportamiento 
de los modelos?

Los clientes pueden monitorear el comportamiento del modelo en cuatro dimensiones: calidad de los 
datos, calidad del modelo, desviación de sesgo y desviación de atribución de características a través 
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de Amazon SageMaker Model Monitor y SageMaker Clarify. Model Monitor supervisa continuamente 
la calidad de los modelos de aprendizaje SageMaker automático de Amazon en producción. Esto 
incluye supervisar la desviación en la calidad de los datos y las métricas de calidad del modelo, como 
la precisión y el RMSE. SageMaker El monitoreo de sesgos de Clarify ayuda a los científicos de 
datos y a los ingenieros de aprendizaje automático a monitorear el sesgo en la predicción del modelo 
y la desviación de atribución de características.

P: ¿Qué ocurre en segundo plano cuando el monitor de modelos de SageMaker está habilitado?

Amazon SageMaker Model Monitor automatiza la supervisión de modelos, lo que reduce la 
necesidad de monitorizarlos manualmente o de crear herramientas adicionales. Para automatizar 
el proceso, el monitor de modelos le permite crear un conjunto de estadísticas y restricciones de 
referencia a partir de los datos con los que se entrenó el modelo y, a continuación, configurar una 
programación para supervisar las predicciones realizadas en su punto de conexión. El monitor de 
modelos utiliza reglas para detectar desviaciones en sus modelos y le avisa cuando se producen. 
Los siguientes pasos describen lo que ocurre cuando se habilita la supervisión del modelo:

• Supervisión del modelo habilitada: para un punto de conexión en tiempo real, tiene que habilitar el 
punto de conexión para capturar datos de las solicitudes entrantes a un modelo ML implementado 
y las predicciones del modelo resultantes. Para un trabajo de transformación por lotes, habilite la 
captura de datos de las entradas y salidas de la transformación por lotes.

• Trabajo de procesamiento de referencia: a continuación, cree una referencia a partir del conjunto 
de datos que se utilizó para entrenar el modelo. La referencia calcula las métricas y sugiere las 
limitaciones de las métricas. Por ejemplo, la puntuación de recuperación del modelo no debe 
retroceder y caer por debajo de 0,571, o la puntuación de precisión no debe caer por debajo 
de 1,0. Las predicciones en tiempo real o por lotes del modelo se comparan con las restricciones y 
se consideran infracciones si están fuera de los valores restringidos.

• Trabajo de supervisión: a continuación, cree una programación de supervisión que especifique 
qué datos se recopilarán, con qué frecuencia se recopilarán, cómo analizarlos y qué informes se 
producirán.

• Trabajo de fusión: esto solo se aplica si utilizas Amazon SageMaker Ground Truth. El monitor de 
modelos compara las predicciones que hace su modelo con las etiquetas de Ground Truth para 
medir la calidad del modelo. Para que esto funcione, debe etiquetar periódicamente los datos 
capturados por su punto de conexión o trabajo de transformación por lotes y cargarlos en Amazon 
S3.
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Después de crear y cargar las etiquetas de Ground Truth, incluya la ubicación de las etiquetas 
como parámetro al crear el trabajo de supervisión.

Cuando usa el monitor de modelos para supervisar un trabajo de transformación por lotes en lugar 
de un punto de conexión en tiempo real, en lugar de recibir solicitudes a un punto de conexión y 
rastrear las predicciones, el monitor de modelos supervisa las entradas y salidas de las inferencias. 
En una programación del monitor de modelos, el cliente proporciona el recuento y el tipo de 
instancias que se van a utilizar en el trabajo de procesamiento. Estos recursos permanecen 
reservados hasta que se elimine la programación, independientemente del estado de la ejecución 
actual.

P: ¿Qué es la captura de datos, por qué es necesaria y cómo puedo habilitarla?

Para registrar las entradas de su punto de conexión y las salidas de inferencia del modelo 
implementado en Amazon S3, puede habilitar una característica llamada Captura de datos. Para 
obtener más información sobre cómo habilitarla para un trabajo de transformación por lotes y de 
punto de conexión en tiempo real, consulte Captura de datos del punto de conexión en tiempo real y
Captura de datos del trabajo de transformación por lotes.

P: ¿La activación de la captura de datos afecta al rendimiento de un punto de conexión en tiempo 
real?

La captura de datos se realiza de forma asíncrona sin afectar al tráfico de producción. Después 
de habilitar la captura de datos, la carga de solicitud y respuesta, junto con algunos metadatos 
adicionales, se guarda en la ubicación de Amazon S3 especificada en DataCaptureConfig. Tenga 
en cuenta que puede haber un retraso en la propagación de los datos capturados a Amazon S3.

También puede ver los datos capturados so enumera los archivos de captura de datos almacenados 
en Amazon S3. El formato de la ruta de Amazon S3 es: s3:///{endpoint-name}/{variant-
name}/yyyy/mm/dd/hh/filename.jsonl. La captura de datos de Amazon S3 debe realizarse 
en la misma región que la programación del monitor de modelos. También debe asegurarse de que 
los nombres de las columnas del conjunto de datos de referencia solo tengan letras minúsculas y un 
guión bajo (_) como único separador.

P: ¿Por qué se necesita Ground Truth para la supervisión de modelos?

Las siguientes funciones del monitor de modelos requieren las etiquetas Ground Truth:
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• La supervisión de la calidad del modelo compara las predicciones que hace su modelo con las 
etiquetas de Ground Truth para medir la calidad del modelo.

• La supervisión del sesgo del modelo supervisa el sesgo en las predicciones. Una forma en 
que se puede introducir el sesgo en los modelos de ML implementados es cuando los datos 
utilizados en el entrenamiento difieren de los datos utilizados para generar las predicciones. Esto 
es especialmente pronunciado si los datos utilizados para el entrenamiento cambian con el tiempo 
(como la fluctuación de las tasas hipotecarias) y la predicción del modelo no es tan precisa a 
menos que se vuelva a entrenar el modelo con datos actualizados. Por ejemplo, un modelo para 
predecir los precios de las viviendas pueden sesgarse si las tasas hipotecarias utilizadas para 
entrenar el modelo difieren de las tasas hipotecarias más actuales del mundo real.

P: En el caso de los clientes que utilizan Ground Truth para el etiquetado, ¿qué medidas puedo 
tomar para controlar la calidad del modelo?

La supervisión de la calidad del modelo compara las predicciones que hace su modelo con las 
etiquetas de Ground Truth para medir la calidad del modelo. Para que esto funcione, debe etiquetar 
periódicamente los datos capturados por su punto de conexión o trabajo de transformación por 
lotes y cargarlos en Amazon S3. Además de las capturas, la ejecución de supervisión del sesgo del 
modelo también requiere datos de Ground Truth. En casos de uso reales, los datos de Ground Truth 
deben recopilarse y cargarse periódicamente en la ubicación designada de Amazon S3. Para cotejar 
las etiquetas de Ground Truth con los datos de predicción capturados, debe haber un identificador 
único para cada registro del conjunto de datos. Para ver la estructura de cada registro de datos de 
Ground Truth, consulte Ingest Ground Truth Labels y Merge Them With Predictions.

El siguiente ejemplo de código se puede utilizar para generar datos artificiales de Ground Truth para 
un conjunto de datos tabular.

import random

def ground_truth_with_id(inference_id): 
    random.seed(inference_id)  # to get consistent results 
    rand = random.random() 
    # format required by the merge container 
    return { 
        "groundTruthData": { 
            "data": "1" if rand < 0.7 else "0",  # randomly generate positive labels 
 70% of the time 
            "encoding": "CSV", 
        }, 
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        "eventMetadata": { 
            "eventId": str(inference_id), 
        }, 
        "eventVersion": "0", 
    }

def upload_ground_truth(upload_time): 
    records = [ground_truth_with_id(i) for i in range(test_dataset_size)] 
    fake_records = [json.dumps(r) for r in records] 
    data_to_upload = "\n".join(fake_records) 
    target_s3_uri = f"{ground_truth_upload_path}/{upload_time:%Y/%m/%d/%H/%M%S}.jsonl" 
    print(f"Uploading {len(fake_records)} records to", target_s3_uri) 
    S3Uploader.upload_string_as_file_body(data_to_upload, target_s3_uri)
# Generate data for the last hour
upload_ground_truth(datetime.utcnow() - timedelta(hours=1))
# Generate data once a hour
def generate_fake_ground_truth(terminate_event): 
    upload_ground_truth(datetime.utcnow()) 
    for _ in range(0, 60): 
        time.sleep(60) 
        if terminate_event.is_set(): 
            break

ground_truth_thread = WorkerThread(do_run=generate_fake_ground_truth)
ground_truth_thread.start()

En el siguiente ejemplo de código se muestra cómo generar tráfico artificial para enviarlo al punto de 
conexión del modelo. Observe el atributo inferenceId utilizado anteriormente para invocar. Si está 
presente, se usa para unirse a los datos de Ground Truth (de lo contrario, se usa eventId).

import threading

class WorkerThread(threading.Thread): 
    def __init__(self, do_run, *args, **kwargs): 
        super(WorkerThread, self).__init__(*args, **kwargs) 
        self.__do_run = do_run 
        self.__terminate_event = threading.Event() 

    def terminate(self): 
        self.__terminate_event.set() 
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    def run(self): 
        while not self.__terminate_event.is_set(): 
            self.__do_run(self.__terminate_event)
def invoke_endpoint(terminate_event): 
    with open(test_dataset, "r") as f: 
        i = 0 
        for row in f: 
            payload = row.rstrip("\n") 
            response = sagemaker_runtime_client.invoke_endpoint( 
                EndpointName=endpoint_name, 
                ContentType="text/csv", 
                Body=payload, 
                InferenceId=str(i),  # unique ID per row 
            ) 
            i += 1 
            response["Body"].read() 
            time.sleep(1) 
            if terminate_event.is_set(): 
                break

# Keep invoking the endpoint with test data
invoke_endpoint_thread = WorkerThread(do_run=invoke_endpoint)
invoke_endpoint_thread.start()

Debe cargar los datos de Ground Truth a un bucket de Amazon S3 que tenga el mismo formato de 
ruta que los datos capturados, que tiene el siguiente formato: s3://<bucket>/<prefix>/yyyy/
mm/dd/hh

Note

La fecha de esta ruta es la fecha en que se recopiló la etiqueta de Ground Truth. No tiene 
que coincidir con la fecha en que se generó la inferencia.

P: ¿Cómo pueden los clientes personalizar los programas de supervisión?

Además de utilizar los mecanismos de supervisión integrados, puede crear sus propios programas 
y procedimientos de supervisión personalizados mediante scripts de preprocesamiento y 
postprocesamiento o mediante el uso o la creación de su propio contenedor. Es importante tener 
en cuenta que los scripts de preprocesamiento y postprocesamiento solo funcionan con trabajos de 
calidad de datos y modelos.
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Amazon SageMaker le ofrece la posibilidad de supervisar y evaluar los datos observados por los 
puntos finales del modelo. Para ello, debe crear una referencia con la que comparar el tráfico en 
tiempo real. Una vez que la referencia esté lista, establezca una programación para evaluarla y 
compararla continuamente con la referencia. Al crear una programación, puede proporcionar el script 
preprocesamiento y postprocesamiento.

En el ejemplo siguiente se muestra cómo personalizar los programas de supervisión con scripts de 
preprocesamiento y postprocesamiento.

import boto3, osfrom sagemaker import get_execution_role, Sessionfrom 
 sagemaker.model_monitor import CronExpressionGenerator, DefaultModelMonitor
# Upload pre and postprocessor scripts
session = Session()
bucket = boto3.Session().resource("s3").Bucket(session.default_bucket())
prefix = "demo-sagemaker-model-monitor"
pre_processor_script = bucket.Object(os.path.join(prefix, 
 "preprocessor.py")).upload_file("preprocessor.py")
post_processor_script = bucket.Object(os.path.join(prefix, 
 "postprocessor.py")).upload_file("postprocessor.py")
# Get execution role
role = get_execution_role() # can be an empty string
# Instance type
instance_type = "instance-type"
# instance_type = "ml.m5.xlarge" # Example
# Create a monitoring schedule with pre and post-processing
my_default_monitor = DefaultModelMonitor( 
    role=role, 
    instance_count=1, 
    instance_type=instance_type, 
    volume_size_in_gb=20, 
    max_runtime_in_seconds=3600,
)

s3_report_path = "s3://{}/{}".format(bucket, "reports")
monitor_schedule_name = "monitor-schedule-name"
endpoint_name = "endpoint-name"
my_default_monitor.create_monitoring_schedule( 
    post_analytics_processor_script=post_processor_script, 
    record_preprocessor_script=pre_processor_script, 
    monitor_schedule_name=monitor_schedule_name, 
    # use endpoint_input for real-time endpoint 
    endpoint_input=endpoint_name, 
    # or use batch_transform_input for batch transform jobs
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# batch_transform_input=batch_transform_name, 
    output_s3_uri=s3_report_path, 
    statistics=my_default_monitor.baseline_statistics(), 
    constraints=my_default_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

P: ¿Cuáles son algunos de los escenarios o casos de uso en los que puedo utilizar un script de 
preprocesamiento?

Puede utilizar scripts de preprocesamiento cuando necesite transformar las entradas del monitor de 
modelos. Considere los siguientes escenarios de ejemplo:

1. Script de preprocesamiento para la transformación de datos.

Suponga que la salida de su modelo es una matriz: [1.0, 2.1]. El contenedor del monitor de 
modelos solo funciona con estructuras JSON tabulares o aplanadas, como {“prediction0”: 
1.0, “prediction1” : 2.1}. Puede utilizar un script de preprocesamiento como el siguiente 
ejemplo para transformar la matriz en la estructura JSON correcta.

def preprocess_handler(inference_record): 
    input_data = inference_record.endpoint_input.data 
    output_data = inference_record.endpoint_output.data.rstrip("\n") 
    data = output_data + "," + input_data 
    return { str(i).zfill(20) : d for i, d in enumerate(data.split(",")) }

2. Excluya determinados registros de los cálculos métricos del monitor de modelos.

Suponga que el modelo tiene características opcionales y que utiliza -1 para indicar que a la 
característica opcional le falta un valor. Si tiene un monitor de calidad de datos, es posible que 
desee eliminar el -1 de la matriz de valores de entrada para que no se incluya en los cálculos de 
métricas del monitor. Puede utilizar un script como el siguiente para eliminar esos valores.

def preprocess_handler(inference_record): 
    input_data = inference_record.endpoint_input.data 
    return {i : None if x == -1 else x for i, x in enumerate(input_data.split(","))}

3. Aplique una estrategia de muestreo personalizada.
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También puede aplicar una estrategia de muestreo personalizada en su script de 
preprocesamiento. Para ello, configure el contenedor propio y prediseñado del monitor de modelos 
para que haga caso omiso de un porcentaje de los registros de acuerdo con la frecuencia de 
muestreo especificada. En el siguiente ejemplo, el controlador muestrea el 10 % de los registros 
devolviendo el registro del 10 % de las llamadas al controlador y, en caso contrario, devuelve una 
lista vacía.

import random

def preprocess_handler(inference_record): 
    # we set up a sampling rate of 0.1 
    if random.random() > 0.1: 
        # return an empty list 
        return [] 
    input_data = inference_record.endpoint_input.data 
    return {i : None if x == -1 else x for i, x in enumerate(input_data.split(","))}

4. Utilice un registro personalizado.

Puedes registrar cualquier información que necesites de tu script en Amazon CloudWatch. Esto 
puede resultar útil a la hora de depurar el script de preprocesamiento en caso de que se produzca 
un error. El siguiente ejemplo muestra cómo puedes usar la preprocess_handler interfaz para 
iniciar sesión CloudWatch.

def preprocess_handler(inference_record, logger): 
    logger.info(f"I'm a processing record: {inference_record}") 
    logger.debug(f"I'm debugging a processing record: {inference_record}") 
    logger.warning(f"I'm processing record with missing value: {inference_record}") 
    logger.error(f"I'm a processing record with bad value: {inference_record}") 
    return inference_record

Note

Cuando el script de preprocesamiento se ejecuta en datos de transformación por lotes, el tipo 
de entrada no siempre es el objeto CapturedData. En el caso de los datos CSV, el tipo es 
una cadena. Para los datos JSON, el tipo es un diccionario de Python.
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P: ¿Cuándo puedo aprovechar un script de postprocesamiento?

Puede utilizar un script de postprocesamiento como extensión después de una ejecución de 
supervisión correcta. El siguiente es un ejemplo sencillo, pero puede realizar o llamar a cualquier 
función empresarial que necesite realizar tras una ejecución de supervisión satisfactoria.

def postprocess_handler():  
    print("Hello from the post-processing script!")

P: ¿Cuándo debo considerar la posibilidad de utilizar mi propio contenedor para la supervisión de 
modelos?

SageMaker proporciona un contenedor prediseñado para analizar los datos capturados desde los 
puntos finales o los trabajos de transformación por lotes para conjuntos de datos tabulares. Sin 
embargo, hay situaciones en las que puede que desee crear su propio contenedor. Considere los 
siguientes escenarios:

• Tiene requisitos normativos y de conformidad que exigen utilizar únicamente los contenedores que 
se creen y mantengan internamente en su organización.

• Si desea incluir algunas bibliotecas de terceros, puede colocar un requirements.txt archivo 
en un directorio local y hacer referencia a él mediante el source_dir parámetro del SageMaker 
estimador, que permite la instalación de la biblioteca en tiempo de ejecución. Sin embargo, si tiene 
muchas bibliotecas o dependencias que aumentan el tiempo de instalación mientras ejecuta el 
trabajo de entrenamiento, puede que le interese utilizar su propio contenedor.

• Su entorno no requiere conectividad a Internet (o silo), lo que impide la descarga de paquetes.

• Desea supervisar los datos que están en formatos de datos distintos de los tabulares, como los 
casos de uso de NLP o CV.

• Cuando necesite métricas de supervisión adicionales a las compatibles con el monitor de modelos.

P: Tengo modelos de NLP y CV. ¿Cómo puedo supervisarlos para detectar la desviación de datos?

El contenedor prediseñado SageMaker de Amazon admite conjuntos de datos tabulares. Si desea 
supervisar modelos de NLP y CV, puede utilizar su propio contenedor y aprovechar los puntos de 
extensión que proporciona el monitor de modelos. Para obtener más información sobre los requisitos, 
consulte Utilice sus propios contenedores. A continuación, se muestran más ejemplos:

• Para obtener una explicación detallada de cómo utilizar el monitor de modelos para un caso 
práctico de visión artificial, consulte Detecting and Analyzing incorrect predictions.
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• Para ver un escenario en el que se puede aprovechar Model Monitor para un caso de uso de la 
PNL, consulte Detectar la desviación de datos de la PNL con Amazon SageMaker Model Monitor 
personalizado.

P: Deseo eliminar el punto de conexión del modelo para el que estaba activado el monitor de 
modelos, pero no puedo hacerlo porque el programa de supervisión sigue activo. ¿Qué tengo que 
hacer?

Si desea eliminar un punto final de inferencia alojado en el SageMaker que Model Monitor 
está habilitado, primero debe eliminar el programa de monitoreo del modelo (con la
DeleteMonitoringSchedule CLI o la API). A continuación, elimine el punto de conexión.

P: ¿ SageMaker Model Monitor calcula las métricas y las estadísticas para las entradas?

El monitor de modelos calcula métricas y estadísticas para la salida, no para la entrada.

P: ¿Soporta SageMaker Model Monitor puntos finales multimodelo?

No, el monitor de modelos admite solo puntos de conexión que alojan un solo modelo y no admite la 
supervisión de puntos de conexión multimodelo.

P: ¿ SageMaker Model Monitor proporciona datos de monitoreo sobre los contenedores individuales 
en un proceso de inferencia?

El monitor de modelos admite la supervisión de canalizaciones de inferencia, pero la captura y 
el análisis de datos se realiza para toda la canalización, no para contenedores individuales en la 
canalización.

P: ¿Qué puedo hacer para evitar que las solicitudes de inferencia se vean afectadas cuando se 
configura la captura de datos?

Para evitar que las solicitudes de inferencia se vean afectadas, la captura de datos deja de capturar 
solicitudes con niveles altos de uso de disco. Se recomienda mantener la utilización del disco por 
debajo del 75 % para garantizar que la captura de datos siga capturando las solicitudes.

P: ¿La captura de datos de Amazon S3 puede estar en una región de AWS diferente a la región en la 
que se configuró la programación de supervisión?

La captura de datos de Amazon S3 debe realizarse en la misma región que la programación de 
supervisión de modelos.
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P: ¿Qué es una referencia y cómo puedo crearla? ¿Puedo crear una referencia personalizada?

La referencia sirve para comparar las predicciones en tiempo real o por lotes del modelo. Calcula las 
estadísticas y las métricas junto con sus restricciones. Durante la supervisión, todos estos elementos 
se utilizan en conjunto para identificar las infracciones.

Para usar la solución predeterminada de Amazon SageMaker Model Monitor, puede aprovechar 
el SDK de Amazon SageMaker Python. En concreto, utilice el método suggest_baseline de la
ModelMonitorModelQualityMonitorclase para activar un trabajo de procesamiento que calcule las 
métricas y las restricciones de la línea base.

El resultado de un trabajo de referencia son dos archivos: statistics.json y
constraints.json. El esquema de estadísticas y el esquema de restricciones contienen el 
esquema de los archivos respectivos. Puede revisar las restricciones generadas y modificarlas 
antes de utilizarlas para la supervisión. En función de su comprensión del dominio y del problema 
empresarial, puede hacer que una restricción sea más agresiva o flexibilizarla para controlar el 
número y la naturaleza de las infracciones.

P: ¿Cuáles son las pautas para crear un conjunto de datos de referencia?

El requisito principal para cualquier tipo de supervisión es tener un conjunto de datos de referencia 
que se utilice para calcular las métricas y las restricciones. Normalmente, este es el conjunto de 
datos de entrenamiento que utiliza el modelo, pero en algunos casos puede optar por utilizar algún 
otro conjunto de datos de referencia.

Los nombres de las columnas del conjunto de datos de referencia deben ser compatibles con Spark. 
Para mantener la máxima compatibilidad entre Spark, CSV, JSON y Parquet, se recomienda utilizar 
únicamente letras minúsculas y utilizar únicamente _ como separador. Los caracteres especiales, lo 
que incluye “ ”, pueden causar problemas.

P: ¿Cuáles son los parámetros StartTimeOffset y EndTimeOffset y cuándo se utilizan?

Cuando se requiere Amazon SageMaker Ground Truth para monitorear trabajos como la calidad 
de los modelos, debes asegurarte de que un trabajo de monitoreo solo use datos para los que 
Ground Truth esté disponible. Los end_time_offset parámetros start_time_offset y de 
se EndpointInputpueden usar para seleccionar los datos que utiliza el trabajo de monitoreo. El 
trabajo de supervisión utiliza los datos del intervalo de tiempo definido por start_time_offset y
end_time_offset. Estos parámetros deben especificarse en el formato de duración ISO 8601. A 
continuación se muestran algunos ejemplos:
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• Si tus resultados de Ground Truth llegan 3 días después de que se hayan realizado las 
predicciones, establezca start_time_offset="-P3D" yend_time_offset="-P1D", es decir, 
3 días y 1 día, respectivamente.

• Si los resultados de Ground Truth llegan 6 horas después de las predicciones y tiene una 
programación por horas, establezca start_time_offset="-PT6H" y end_time_offset="-
PT1H", que es 6 horas y 1 hora.

P: ¿Puedo ejecutar trabajos de supervisión “bajo demanda”?

Sí, puede ejecutar trabajos de monitoreo «bajo demanda» ejecutando un trabajo de 
SageMaker procesamiento. Para Batch Transform, SageMaker Pipelines tiene una canalización
MonitorBatchTransformStepque puede usar para crear una SageMaker canalización que ejecute 
trabajos de monitoreo bajo demanda. El repositorio de SageMaker ejemplos tiene ejemplos de 
código para ejecutar trabajos de monitoreo de la calidad de los datos y de los modelos bajo 
demanda.

P: ¿Cómo se configura el monitor de modelos?

Puede configurar el monitor de modelos de una de las siguientes formas:

• Amazon SageMaker Python SDK: hay un módulo Model Monitor que contiene clases y funciones 
que ayudan a sugerir líneas de base, crear programas de monitoreo y más. Consulte los ejemplos 
de cuadernos de Amazon SageMaker Model Monitor para ver cuadernos detallados que utilizan el 
SDK de SageMaker Python para configurar Model Monitor.

• SageMaker Canalizaciones: las SageMaker canalizaciones se integran con Model Monitor a través 
de QualityCheck Step y las API. ClarifyCheckStep Puede crear una SageMaker canalización que 
contenga estos pasos y que pueda usarse para ejecutar trabajos de monitoreo bajo demanda 
siempre que se ejecute la canalización.

• Amazon SageMaker Studio Classic: puede crear un programa de monitoreo de la calidad de 
los datos o del modelo junto con programas de sesgo y explicabilidad del modelo directamente 
desde la interfaz de usuario seleccionando un punto final de la lista de puntos finales del modelo 
implementados. Puede crear programaciones para otros tipos de supervisión si selecciona la 
pestaña correspondiente en la interfaz de usuario.

• SageMaker Panel de control del modelo: puede habilitar la supervisión de los puntos finales 
seleccionando un modelo que se haya implementado en un punto final. En la siguiente captura 
de pantalla de la SageMaker consola, se group1 ha seleccionado un modelo denominado en la 
sección Modelos del panel de control de modelos. En esta página, puede crear una programación 
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de supervisión y editar, activar o desactivar los programas y alertas de supervisión actuales. Para 
obtener una guía paso a paso sobre cómo ver las alertas y las programaciones de supervisión de 
modelos, consulte Ver los horarios y las alertas del monitor de modelos.

P: ¿Cómo se integra Model Monitor con SageMaker Model Dashboard

SageMaker Model Dashboard le brinda una supervisión unificada de todos sus modelos al 
proporcionar alertas automatizadas sobre las desviaciones del comportamiento esperado y 
la solución de problemas para inspeccionar los modelos y analizar los factores que afectan al 
rendimiento del modelo a lo largo del tiempo.
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Evalúe, explique y detecte los sesgos en los modelos

Amazon SageMaker ofrece funciones para mejorar sus modelos de aprendizaje automático 
(ML) mediante la detección de posibles sesgos y la ayuda a explicar las predicciones que hacen 
los modelos. Le ayuda a identificar varios tipos de sesgo en los datos previos y posteriores al 
entrenamiento que pueden surgir durante el entrenamiento del modelo o cuando el modelo está en 
producción. También puede evaluar un modelo lingüístico en función de las métricas de calidad y 
responsabilidad del modelo utilizando las evaluaciones del modelo básico.

En los siguientes temas se proporciona información sobre cómo evaluar, explicar y detectar sesgos 
con Amazon SageMaker.

Temas

• Utilice SageMaker Clarify para evaluar los modelos básicos

• Usa SageMaker Clarify para explicar y detectar sesgos

• Utilice SageMaker Clarify para explicar la explicabilidad con el piloto automático SageMaker

Utilice SageMaker Clarify para evaluar los modelos básicos

Foundation Model Evaluations (FMEval) se encuentra en una versión preliminar de Amazon 
SageMaker Clarify y está sujeta a cambios.

Important

Para poder utilizar SageMaker Clarify Foundation Model Evaluations, debe actualizarse 
a la nueva experiencia de Studio. A partir del 30 de noviembre de 2023, la experiencia 
anterior de Amazon SageMaker Studio pasa a denominarse Amazon SageMaker Studio 
Classic. La función de evaluación básica solo se puede utilizar en la experiencia actualizada. 
Para obtener información sobre cómo actualizar Studio, consulteMigración desde Amazon 
SageMaker Studio Classic. Para obtener información sobre el uso de la aplicación Studio 
Classic, consulteAmazon SageMaker Studio Clásico.
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SageMaker Clarify ofrece Foundation Model Evaluations (FMEval) como un lugar único para 
evaluar y comparar las métricas de calidad y responsabilidad de los modelos para cualquier modelo 
lingüístico grande (LLM). Utilice FMEval para evaluar modelos lingüísticos previamente entrenados 
y ajustados, clasificadores de texto y mucho más. Un modelo básico sirve como punto de partida, a 
partir del cual se pueden desarrollar aplicaciones posteriores de procesamiento del lenguaje natural 
(PNL). FMEval proporciona conectores a modelos de bases preentrenados y basados en texto de 
Amazon Bedrock. SageMaker JumpStart

¿Qué son las evaluaciones de los modelos básicos?

FMEval puede ayudarlo a cuantificar los riesgos del modelo, como el contenido inexacto, tóxico o 
sesgado. La evaluación de su máster le ayuda a cumplir con las directrices internacionales sobre la 
IA generativa responsable, como la norma ISO 42001 sobre el sistema de gestión de la IA y el marco 
de gestión de riesgos de la IA del NIST.

Puede evaluar su modelo mediante algoritmos para puntuar automáticamente las respuestas del 
modelo. La evaluación automática utiliza métricas basadas en puntos de referencia para medir las 
respuestas tóxicas, dañinas o deficientes que reciben sus clientes. Las respuestas de los modelos 
se puntúan mediante conjuntos de datos integrados que son específicos para una tarea. También 
puedes traer tu propio conjunto de datos personalizado para evaluar tu modelo. Puede ejecutar 
una evaluación automática mediante una interfaz de usuario o utilizando la fmeval biblioteca 
en su propio código, que puede personalizar según su caso de uso. FMEval genera un informe 
con visualizaciones y ejemplos. Si usa un modelo que no está disponible SageMaker JumpStart 
públicamente, debe usar la fmeval biblioteca para ejecutar una evaluación automática. Para obtener 
una lista de SageMaker JumpStart modelos, consulteExploración de los modelos fundacionales más 
recientes.

También puede emplear trabajadores humanos para evaluar manualmente las respuestas de su 
modelo para determinar dimensiones más subjetivas, como la utilidad o el estilo. La evaluación 
humana se configura mediante una interfaz de usuario que le ayuda a definir los criterios que los 
humanos utilizarán para evaluar las respuestas. La plantilla de configuración incluida en la interfaz 
de usuario también puede ayudarle a documentar las instrucciones de evaluación para un trabajo de 
evaluación y a informar a sus empleados sobre el trabajo.

Una evaluación del modelo básico puede evaluar los LLM que generan respuestas para las 
siguientes tareas:

• Generación abierta: producción de respuestas humanas naturales a un texto que no tiene una 
estructura predefinida.
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• Resumen de texto: generación de un resumen conciso y condensado, conservando el significado y 
la información clave que contiene un texto más grande.

• Respuesta a preguntas: generación de una respuesta relevante y precisa a un mensaje.

• Clasificación: asignar una categoría, como una etiqueta o una puntuación, al texto en función de su 
contenido.

Cada una de estas tareas tiene métricas específicas asociadas que puede utilizar para evaluar su 
modelo.

Comience con las evaluaciones de modelos

Foundation Model Evaluations (FMEval) se encuentra en una versión preliminar de Amazon 
SageMaker Clarify y está sujeta a cambios.

Important

Para poder utilizar SageMaker Clarify Foundation Model Evaluations, debe actualizarse 
a la nueva experiencia de Studio. A partir del 30 de noviembre de 2023, la experiencia 
anterior de Amazon SageMaker Studio pasa a denominarse Amazon SageMaker Studio 
Classic. La función de evaluación básica solo se puede utilizar en la experiencia actualizada. 
Para obtener información sobre cómo actualizar Studio, consulteMigración desde Amazon 
SageMaker Studio Classic. Para obtener información sobre el uso de la aplicación Studio 
Classic, consulteAmazon SageMaker Studio Clásico.

Un modelo de lenguaje grande (LLM) es un modelo de aprendizaje automático que puede analizar 
y generar texto en lenguaje natural. Si desea evaluar un LLM, SageMaker ofrece las siguientes tres 
opciones entre las que puede elegir:

• Configure las evaluaciones manuales para una fuerza laboral humana mediante una interfaz de 
usuario.

• Evalúe su modelo con un algoritmo mediante una interfaz de usuario.

• Evalúe automáticamente su modelo con un flujo de trabajo personalizado mediante la fmeval
biblioteca.
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Puede utilizar un algoritmo para evaluar automáticamente su modelo base o preguntárselo a un 
equipo de trabajo humano.

Los equipos de trabajo humano pueden evaluar y comparar hasta dos modelos simultáneamente 
utilizando métricas que indican la preferencia por una respuesta sobre otra. El flujo de trabajo, las 
métricas y las instrucciones para una evaluación humana se pueden adaptar a un caso de uso 
particular. Los seres humanos también pueden proporcionar una evaluación más refinada que una 
evaluación algorítmica.

También puedes usar un algoritmo para evaluar tu LLM utilizando puntos de referencia para puntuar 
rápidamente las respuestas del modelo en la interfaz de usuario de evaluación. La interfaz de usuario 
proporciona un flujo de trabajo guiado para evaluar las respuestas de un SageMaker JumpStart 
modelo mediante métricas predefinidas. Estas métricas son específicas de las tareas generativas de 
IA. Este flujo guiado utiliza conjuntos de datos integrados o personalizados para evaluar su LLM.

Puede usar un cuaderno para crear un flujo de trabajo más personalizado mediante evaluaciones 
automáticas que las que están disponibles en la interfaz de usuario. Con el Python código y la
fmeval biblioteca, puede evaluar cualquier LLM basado en texto, incluidos los modelos que se 
hayan creado fuera de él. SageMaker JumpStart

En los temas siguientes se ofrece una descripción general de las evaluaciones de los modelos 
básicos, un resumen de los flujos de trabajo de la evaluación automática y humana del modelo 
básico (FMEval), cómo ejecutarlos y cómo ver un informe de análisis de los resultados. El tema 
sobre la evaluación automática muestra cómo configurar y ejecutar tanto una evaluación inicial como 
una personalizada.

Temas

• Descripción general de la evaluación del modelo básico

• Resumen de la evaluación del modelo básico

• Utilice una evaluación humana

• Utilice una evaluación automática

Descripción general de la evaluación del modelo básico

Foundation Model Evaluations (FMEval) se encuentra en una versión preliminar de Amazon 
SageMaker Clarify y está sujeta a cambios.
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Important

Para poder utilizar SageMaker Clarify Foundation Model Evaluations, debe actualizarse 
a la nueva experiencia de Studio. A partir del 30 de noviembre de 2023, la experiencia 
anterior de Amazon SageMaker Studio pasa a denominarse Amazon SageMaker Studio 
Classic. La función de evaluación básica solo se puede utilizar en la experiencia actualizada. 
Para obtener información sobre cómo actualizar Studio, consulteMigración desde Amazon 
SageMaker Studio Classic. Para obtener información sobre el uso de la aplicación Studio 
Classic, consulteAmazon SageMaker Studio Clásico.

Tipos de tareas de evaluación del modelo básico

Los modelos básicos se evalúan en función de la tarea para la que generan respuestas. Las 
siguientes tareas tienen diferentes dimensiones de evaluación en función de las cuales se puntúan. 
A continuación, se ofrece una descripción general de los tipos de tareas, las dimensiones de la 
evaluación, las métricas y los conjuntos de datos integrados disponibles para evaluar los modelos 
básicos:

Generación abierta

La generación de texto abierto es una tarea básica que genera respuestas en lenguaje natural a 
las solicitudes que no tienen una estructura predefinida, como las consultas de uso general a un 
chatbot. Para la generación de texto abierto, Foundation Model Evaluations (FMEval) puede evaluar 
el modelo según las siguientes dimensiones.

• Conocimiento fáctico: evalúa qué tan bien el modelo codifica el conocimiento fáctico. FMEval 
puede medir su modelo con respecto a su propio conjunto de datos personalizado o utilizar un 
conjunto de datos integrado basado en el conjunto de datos de código abierto. TREX

• Robustez semántica: evalúa cuánto cambia la salida del modelo como resultado de pequeños 
cambios en la entrada que preservan la semántica. FMEval mide cómo cambia la salida del 
modelo como resultado de errores tipográficos en el teclado, cambios aleatorios de mayúsculas y 
adiciones o eliminaciones aleatorias de espacios en blanco.

• Estereotipado rápido: mide la probabilidad de que el modelo codifique sesgos en su respuesta. 
Estos sesgos incluyen los de raza, género, orientación sexual, religión, edad, nacionalidad, 
discapacidad, apariencia física y nivel socioeconómico. FMEval puede medir las respuestas de su 
modelo en función de su propio conjunto de datos personalizado o utilizar un conjunto de datos 
integrado basado en el conjunto de datos de desafíos de código CrowS-Pairsabierto.

Descripción general de la evaluación del modelo básico 5544

https://hadyelsahar.github.io/t-rex/
https://github.com/nyu-mll/crows-pairs


Amazon SageMaker Guía para desarrolladores

• Toxicidad: evalúa el texto mediante modelos de detección de toxicidad. FMEval 
comprueba si su modelo contiene referencias sexuales, comentarios groseros, 
irrazonables, odiosos o agresivos, blasfemias, insultos, coqueteos, ataques a la identidad 
y amenazas. FMEval puede medir su modelo con respecto a su propio conjunto de datos 
personalizado o utilizar conjuntos de datos integrados basados en los conjuntos de datos y.
RealToxicityPromptsRealToxicityPromptsChallengingBOLD

RealToxicityPromptsChallenginges un subconjunto RealToxicityPrompts que se utiliza para probar 
los límites de un modelo de lenguaje grande (LLM). También identifica las áreas en las que los 
LLM son vulnerables a la generación de textos tóxicos.

Puede evaluar su modelo con los siguientes detectores de toxicidad:

• UnitaryAI Detoxify-unbiased— Un clasificador de texto con múltiples etiquetas entrenado en
Toxic Comment Classification Challengey. Jigsaw Unintended Bias in Toxicity Classification
El modelo proporciona 7 puntuaciones para las siguientes clases: toxicidad, toxicidad grave, 
obscenidad, amenaza, insulto, explicitación sexual y ataque a la identidad.

• Toxigen-roberta— Un clasificador de texto de RoBERTa base binaria ajustado al conjunto 
de datos. ToxiGen El ToxiGen conjunto de datos contiene oraciones con una toxicidad sutil e 
implícita relacionadas con grupos minoritarios.

Resumen de texto

El resumen de texto se utiliza para tareas como la creación de resúmenes de noticias, documentos 
legales, artículos académicos, vistas previas de contenido y curación de contenido. Los siguientes 
factores pueden influir en la calidad de las respuestas: la ambigüedad, la coherencia, el sesgo, la 
fluidez del texto utilizado para formar el modelo básico y la pérdida de información, la precisión, la 
relevancia o el desajuste del contexto. FMEval puede evaluar su modelo con respecto a su propio 
conjunto de datos personalizado o utilizar conjuntos de datos integrados basados en los conjuntos de 
datos, y. Government Report DatasetGigawordXSUM Para resumir el texto, FMEval puede evaluar el 
modelo para determinar lo siguiente:

• Precisión: puntuación numérica que indica la similitud del resumen con un resumen de referencia y 
que se acepta como estándar de referencia. Una puntuación numérica alta indica que el resumen 
es de alta calidad. Una puntuación numérica baja indica un resumen deficiente. Las siguientes 
métricas se utilizan para evaluar la precisión de un resumen:

• ROUGE-N— Calcula las N-gram superposiciones entre el resumen de referencia y el del 
modelo.
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• Meteor— Calcula la superposición de palabras entre la referencia y el resumen del modelo y, al 
mismo tiempo, tiene en cuenta la reformulación.

• BERTScore— Calcula y compara las incrustaciones de oraciones para resumirlas y 
referenciarlas. FMEval utiliza los modelos roberta-large-mnlio microsoft/ para calcular las 
incrustaciones. deberta-xlarge-mnli

• Toxicidad: puntuaciones de los resúmenes generados que se calculan mediante un modelo de 
detector de toxicidad. Para obtener información adicional, consulte la sección Toxicidad de la 
sección anterior sobre la tarea de generación abierta para obtener más información.

• Solidez semántica: medida de cuánto cambia la calidad del resumen del texto del modelo como 
resultado de pequeños cambios en la entrada que preservan la semántica. Algunos ejemplos 
de estos cambios son los errores tipográficos del teclado, la conversión imprecisa de números 
en palabras, los cambios aleatorios a mayúsculas y las adiciones o eliminaciones aleatorias 
de espacios en blanco. La solidez semántica utiliza la diferencia absoluta de precisión entre un 
resumen de texto que no se ve perturbado y otro que está perturbado. El algoritmo de precisión 
utiliza las BERTScoremétricas y ROUGE-NMeteor, tal como se ha detallado anteriormente en esta 
sección.

Respuesta a preguntas

La respuesta a las preguntas se utiliza para tareas como la generación de respuestas automáticas en 
el servicio de asistencia, la recuperación de información y el aprendizaje electrónico. FMEval puede 
evaluar su modelo con respecto a su propio conjunto de datos personalizado o utilizar conjuntos 
de datos integrados basados en los conjuntos de datos, y. BoolQTriviaQANatural Questions Para 
responder a sus preguntas, FMEval puede evaluar su modelo para determinar lo siguiente:

• Precisión: puntuación media que compara la respuesta generada con los pares de preguntas y 
respuestas que figuran en las referencias. La puntuación se promedia a partir de los siguientes 
métodos:

• Coincidencia exacta: 1 se asigna una puntuación binaria de a una coincidencia exacta o de 0
otra forma.

• Coincidencia casi exacta: 1 se asigna una puntuación binaria de a una coincidencia con artículos 
gramaticales (como la, la a y) después de eliminar los signos de puntuación.

• F1 sobre palabras: la puntuación F1, o media armónica de precisión y memoria entre la 
respuesta normalizada y la referencia. La puntuación F1 es igual al doble de la precisión 
multiplicada por la recuperación dividida por la suma de la precisión (P) y la recuperación (R), o 
F1 = (2*P*R)/(P + R).
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En el cálculo anterior, la precisión se define como el número de positivos verdaderos (TP) 
dividido por la suma de los positivos verdaderos y los falsos positivos (FP), o P = (TP)/(TP+FP).

El recuerdo se define como el número de positivos verdaderos dividido por la suma de los 
positivos verdaderos y los falsos negativos (FN), o R = (TP)/(TP+FN).

Una puntuación más alta de F1 sobre las palabras indica respuestas de mayor calidad.

• Solidez semántica: medida de cuánto cambia la calidad del resumen del texto del modelo como 
resultado de pequeños cambios en la entrada que preservan la semántica. Algunos ejemplos 
de estos cambios son los errores tipográficos del teclado, la conversión imprecisa de números 
en palabras, los cambios aleatorios a mayúsculas y las adiciones o eliminaciones aleatorias 
de espacios en blanco. La solidez semántica utiliza la diferencia absoluta de precisión entre 
un resumen de texto que no se ve perturbado y otro que está perturbado. La precisión se mide 
mediante la coincidencia exacta, la coincidencia casi exacta y la combinación F1 sobre las 
palabras, tal y como se ha descrito anteriormente.

• Toxicidad: las puntuaciones evalúan las respuestas generadas mediante un modelo de detector de 
toxicidad. Para obtener información adicional, consulte la sección Toxicidad de la sección anterior 
sobre la tarea de generación abierta para obtener más información.

Clasificación

La clasificación se utiliza para clasificar el texto en categorías predefinidas. Las aplicaciones que 
utilizan la clasificación de textos incluyen la recomendación de contenido, la detección de spam, la 
identificación del idioma y el análisis de tendencias en las redes sociales. Los datos desequilibrados, 
ambiguos y ruidosos y los sesgos en el etiquetado son algunos de los problemas que pueden 
provocar errores en la clasificación. FMEval evalúa su modelo comparándolo con un conjunto de 
datos integrado en función del Women’s ECommerce Clothing Reviewsconjunto de datos o con sus 
propios conjuntos de datos rápidos para lo siguiente.

• Precisión: puntuación que compara la clase pronosticada con su etiqueta. La precisión se mide 
mediante las siguientes métricas:

• Precisión de clasificación: una puntuación binaria que 1 indica si la etiqueta pronosticada es 
igual a la etiqueta verdadera o si 0 no.

• Precisión: la relación entre los positivos verdaderos y todos los positivos, calculada en todo 
el conjunto de datos. La precisión es una medida adecuada cuando es importante reducir 
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los falsos positivos. La puntuación de cada punto de datos se puede agregar utilizando los 
siguientes valores para el multiclass_average_strategy parámetro:

• micro(predeterminado): la suma de los valores positivos verdaderos de todas las clases 
dividida por la suma de todos los positivos de todas las clases. Este tipo de agregación 
proporciona una medida de la precisión predictiva positiva general del modelo. Para ello, 
utiliza los mismos pesos para cada respuesta, independientemente de su clase. Por ejemplo, 
esta agregación puede evaluar la capacidad del modelo para predecir un diagnóstico correcto 
para cada paciente.

• macro— La suma de los valores de precisión calculados para cada clase dividida por el 
número de clases. Este tipo de agregación proporciona una medida de la precisión predictiva 
positiva general del modelo, que otorga el mismo peso a cada clase. Por ejemplo, esta 
agregación puede evaluar la capacidad del modelo para predecir una enfermedad correcta 
utilizando datos de un gran número de pacientes.

• samples(solo clasificación multiclase): la relación entre la suma de los positivos verdaderos 
de todas las muestras y la suma de los positivos verdaderos y los falsos positivos de todas las 
muestras. En la clasificación multiclase, una muestra consiste en un conjunto de respuestas 
pronosticadas para cada clase. Este tipo de agregación proporciona una medida granular 
de la precisión de cada muestra para problemas de varias clases. Por ejemplo, dado que 
la agregación por muestras trata a cada muestra por igual, esta agregación puede evaluar 
la capacidad del modelo para predecir un diagnóstico correcto para un paciente con una 
enfermedad rara y destacar los falsos positivos.

• weighted— El peso de una clase multiplicado por la precisión de la misma clase, sumado en 
todas las clases. Este tipo de agregación proporciona una medida de la precisión general y, 
al mismo tiempo, admite valores de importancia variables entre las clases. Por ejemplo, esta 
agregación puede evaluar la capacidad del modelo para predecir un diagnóstico correcto para 
un paciente y dar mayor importancia a las enfermedades que ponen en peligro la vida.

• binary— La precisión calculada para la clase especificada por el valorpos_label. Este tipo 
de agregación ignora la clase no especificada y proporciona la precisión predictiva general 
de una sola clase. Por ejemplo, esta agregación puede evaluar la capacidad del modelo para 
detectar una enfermedad rara que cambia a lo largo del tiempo.

• none— La precisión calculada para cada clase. La precisión específica de cada clase 
puede ayudarle a centrarse en el valor predictivo positivo de cada clase. Por ejemplo, esta 
agregación puede ayudarlo a decidir qué afecciones médicas puede predecir bien su modelo y 
qué afecciones pueden merecer una mayor atención.
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• Recuerde: la relación entre los positivos verdaderos y la suma de los positivos verdaderos y los 
falsos negativos, calculada para todo el conjunto de datos. El recuerdo es una medida adecuada 
cuando es importante reducir los falsos negativos. Las puntuaciones de cada punto de datos se 
pueden agregar utilizando los siguientes valores para el multiclass_average_strategy
parámetro.

• micro(predeterminado): la suma de los positivos verdaderos dividida entre la suma de los 
positivos verdaderos y los falsos negativos de todas las clases. Este tipo de agregación 
proporciona una medida de la precisión predictiva general del modelo y, al mismo tiempo, 
considera todas las clases por igual. Por ejemplo, esta agregación puede evaluar la capacidad 
del modelo para clasificar correctamente a los pacientes con cualquier enfermedad, incluidas 
las enfermedades raras, ya que otorga el mismo peso a todas las clases.

• macro— La suma de los valores de recuperación calculados para cada clase dividida 
por el número de clases. Este tipo de agregación proporciona una medida de la precisión 
predictiva del modelo para cada clase, con el mismo peso para cada clase. Por ejemplo, esta 
agregación puede evaluar la capacidad del modelo para predecir todas las enfermedades, 
independientemente de la prevalencia o rareza de cada afección.

• samples(solo clasificación multiclase): la relación entre la suma de los positivos verdaderos 
de todas las muestras y la suma de los positivos verdaderos y los falsos negativos de 
todas las muestras. En la clasificación multiclase, una muestra consiste en un conjunto de 
respuestas pronosticadas para cada clase. Este tipo de agregación proporciona una medida 
granular de la recuperación de cada muestra en el caso de problemas con varias clases. Por 
ejemplo, dado que la agregación por muestras trata a cada muestra por igual, esta agregación 
puede evaluar la capacidad del modelo para predecir un diagnóstico correcto para un paciente 
con una enfermedad rara y, al mismo tiempo, minimizar los falsos negativos.

• weighted— El peso de una clase multiplicado por la recuperación de la misma clase, 
sumado entre todas las clases. Este tipo de agregación proporciona una medida de la 
memoria global y, al mismo tiempo, tiene en cuenta las diferentes importancias entre las 
clases. Por ejemplo, esta agregación puede evaluar la capacidad del modelo para predecir un 
diagnóstico correcto para un paciente y dar mayor importancia a las enfermedades que ponen 
en peligro la vida.

• binary— La recuperación calculada para la clase especificada por el valorpos_label. Este 
tipo de agregación ignora la clase no especificada y proporciona una precisión predictiva 
general para una sola clase. Por ejemplo, esta agregación puede evaluar la capacidad del 
modelo para evaluar a una población para detectar una enfermedad específica altamente 
contagiosa y potencialmente mortal.
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• none— El recuerdo calculado para cada clase. El recuerdo de clases específicas puede 
ayudarle a corregir los desequilibrios de clase en sus datos cuando la penalización por error 
varía significativamente de una clase a otra. Por ejemplo, esta agregación puede evaluar qué 
tan bien su modelo puede identificar a todos los pacientes que puedan tener una enfermedad 
específica.

• Precisión de clasificación equilibrada (BCA): la suma de los valores recuperados y la tasa 
negativa verdadera dividida entre el valor obtenido 2 en la clasificación binaria. La tasa 
negativa verdadera es el número de negativos verdaderos dividido por la suma de los negativos 
verdaderos y los falsos positivos. Para la clasificación multiclase, el BCA se calcula como la 
suma de los valores de recuperación de cada clase dividida por el número de clases. El BCA 
puede ayudar cuando la penalización por predecir tanto falsos positivos como falsos negativos 
es alta. Por ejemplo, el BCA puede evaluar qué tan bien su modelo puede predecir una serie de 
enfermedades letales altamente contagiosas con tratamientos invasivos.

• Robustez semántica: evalúa en qué medida cambia la salida del modelo como resultado de 
pequeños cambios en la entrada que preservan la semántica. FMEval mide el resultado del 
modelo como resultado de errores tipográficos en el teclado, cambios aleatorios en mayúsculas 
y adiciones o eliminaciones aleatorias de espacios en blanco. La robustez semántica puntúa la 
diferencia absoluta de precisión entre un resumen de texto que no se ve perturbado y otro que está 
perturbado.

Tipos de evaluaciones del modelo básico

En las siguientes secciones se proporcionan detalles sobre los tipos de evaluaciones humanas y 
algorítmicas del modelo básico.

Evaluaciones humanas

Para evaluar su modelo por una persona, debe definir las métricas y los tipos de métricas asociadas. 
Si desea evaluar más de un modelo, puede utilizar un mecanismo de valoración comparativo o 
individual. Si desea evaluar un modelo, debe utilizar un mecanismo de valoración individual. Los 
siguientes mecanismos de clasificación se pueden aplicar a cualquier tarea relacionada con el texto:

• Escala Likert (comparativa): un evaluador humano indicará su preferencia entre dos respuestas 
en una escala Likert de 5 puntos según sus instrucciones. En el informe final, los resultados se 
mostrarán como un histograma de las puntuaciones por intensidad de preferencia en todo el 
conjunto de datos. Defina los puntos importantes de la escala de 5 puntos en sus instrucciones 
para que los evaluadores sepan cómo calificar las respuestas de acuerdo con sus expectativas.
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• Botones de elección (comparativos): permiten a un evaluador humano indicar una respuesta 
preferida en lugar de otra mediante botones de radio, de acuerdo con sus instrucciones. Los 
resultados del informe final se mostrarán como el porcentaje de respuestas que hayan preferido 
los trabajadores para cada modelo. Explique claramente su método de evaluación en las 
instrucciones.

• Clasificación ordinal (comparativa): permite a un evaluador humano clasificar sus respuestas 
preferidas según un mensaje en orden, empezando por 1 y siguiendo sus instrucciones. En 
el informe final, los resultados se muestran como un histograma de las clasificaciones de los 
evaluadores en todo el conjunto de datos. Asegúrese de definir lo que 1 significa un rango de en 
sus instrucciones.

• (Individual) Con el visto bueno hacia arriba o hacia abajo: permite a un evaluador humano calificar 
cada respuesta de un modelo como aceptable o inaceptable según sus instrucciones. En el 
informe final, los resultados muestran un porcentaje del número total de valoraciones de los 
evaluadores que recibieron una valoración favorable para cada modelo. Puede usar este método 
de calificación para evaluar uno o más modelos. Si lo utilizas en una evaluación que contiene dos 
modelos, la interfaz de usuario presenta a tu equipo de trabajo la opción de aceptar o rechazar 
cada respuesta del modelo. El informe final mostrará los resultados agregados de cada modelo de 
forma individual. Defina qué es una respuesta aceptable en las instrucciones que dé a su equipo 
de trabajo.

• Escala Likert (individual): permite a un evaluador humano indicar en qué medida aprueba la 
respuesta del modelo, según sus instrucciones, en una escala Likert de 5 puntos. En el informe 
final, los resultados muestran un histograma de las puntuaciones de 5 puntos de los evaluadores 
en todo el conjunto de datos. Puede usar este método de calificación para una evaluación que 
contenga uno o más modelos. Si selecciona este método de calificación en una evaluación que 
contiene más de un modelo, se presenta una escala Likert de 5 puntos al equipo de trabajo para 
cada respuesta del modelo. El informe final mostrará los resultados agregados de cada modelo de 
forma individual. Defina los puntos importantes de la escala de 5 puntos en sus instrucciones para 
que sus evaluadores sepan cómo calificar las respuestas de acuerdo con sus expectativas.

Evaluaciones automáticas

Las evaluaciones automáticas pueden aprovechar los conjuntos de datos y algoritmos integrados, o 
bien, puede incorporar su propio conjunto de datos de solicitudes que sean específicos para su caso 
de uso. Los conjuntos de datos integrados varían para cada tarea y se enumeran en las siguientes 
secciones. Para obtener un resumen de las tareas y sus métricas y conjuntos de datos asociados, 
consulte la tabla de la siguiente sección de evaluación resumida del modelo básico.
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Resumen de la evaluación del modelo básico

La siguiente tabla resume todas las tareas de evaluación, las métricas y los conjuntos de datos 
integrados para las evaluaciones humanas y automáticas.

Tarea Evaluaciones 
humanas

Métricas 
humanas

Evaluaciones 
automáticas

Métricas 
automáticas

Conjuntos 
de datos 
integrados 
automáticos

Generación 
abierta

Fluidez, 
coherenci 
a, toxicidad 
, precisión, 
consistencia, 
relevancia, 
definido por 
el usuario

Tasa de 
preferenc 
ia, fuerza de 
preferenc 
ia, rango de 
preferenc 
ia, tasa de 
aprobació 
n, fuerza de 
aprobación

Conocimiento 
fáctico

TREX

Robustez 
semántica

TREX

BOLD

WikiText

Estereotipos 
rápidos

CrowS-Pairs

Toxicidad RealToxic 
ityPrompts

BOLD

Resumen de 
texto

Precisión ROUGE-N Governmen 
t Report 
Dataset
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Tarea Evaluaciones 
humanas

Métricas 
humanas

Evaluaciones 
automáticas

Métricas 
automáticas

Conjuntos 
de datos 
integrados 
automáticos

METEOR XSUM

BERTScore Gigaword

Toxicidad XSUM

Governmen 
t Report 
Dataset

Gigaword

Robustez 
semántica

XSUM

Governmen 
t Report 
Dataset

Gigaword

Respuesta a 
preguntas

Precisión Coincidencia 
exacta

BoolQ

Coincidencia 
casi exacta

NaturalQu 
estions

F1 sobre las 
palabras

TriviaQA

Robustez 
semántica

BoolQ

NaturalQu 
estions
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Tarea Evaluaciones 
humanas

Métricas 
humanas

Evaluaciones 
automáticas

Métricas 
automáticas

Conjuntos 
de datos 
integrados 
automáticos

TriviaQA

Toxicidad BoolQ

NaturalQu 
estions

TriviaQA

Clasificación 
de textos

Precisión Precisión de 
clasificación

Women's 
Ecommerce 
Clothing 
Reviews

Precisión Women's 
Ecommerce 
Clothing 
Reviews

Exhaustiv 
idad

Women's 
Ecommerce 
Clothing 
Reviews

Precisión de 
clasificación 
equilibrada

Women's 
Ecommerce 
Clothing 
Reviews

Robustez 
semántica

Women's 
Ecommerce 
Clothing 
Reviews
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Utilice una evaluación humana

Foundation Model Evaluations (FMEval) se encuentra en una versión preliminar de Amazon 
SageMaker Clarify y está sujeta a cambios.

Important

Para poder utilizar SageMaker Clarify Foundation Model Evaluations, debe actualizarse 
a la nueva experiencia de Studio. A partir del 30 de noviembre de 2023, la experiencia 
anterior de Amazon SageMaker Studio pasa a denominarse Amazon SageMaker Studio 
Classic. La función de evaluación básica solo se puede utilizar en la experiencia actualizada. 
Para obtener información sobre cómo actualizar Studio, consulteMigración desde Amazon 
SageMaker Studio Classic. Para obtener información sobre el uso de la aplicación Studio 
Classic, consulteAmazon SageMaker Studio Clásico.

Para pedirle a una persona que evalúe su modelo de lenguaje amplio (LLM), debe configurar su 
entorno para que tenga los permisos correctos para ejecutar una evaluación. A continuación, puede 
utilizar la interfaz de usuario para guiarlo a lo largo de los pasos del flujo de trabajo y ponerse 
en contacto con sus empleados. La evaluación generará un informe de análisis cuando se haya 
completado el proceso. También produce un archivo jsonlines de salida que puede ver mientras 
el trabajo está en curso. En las siguientes secciones se muestra cómo utilizar la interfaz de usuario 
para ejecutar una evaluación humana.

Configurar el entorno

Requisitos previos

Para ejecutar una evaluación del modelo en la interfaz de usuario de Amazon SageMaker Studio, su 
rol AWS Identity and Access Management (de IAM) y cualquier conjunto de datos de entrada deben 
tener los permisos correctos. Si no tiene un rol de SageMaker dominio o de IAM, siga los pasos que 
van desde el principio hasta el Incorporación desde la consola paso 1. Configuración general.

Configuración de los permisos

En la siguiente sección, se muestra cómo añadir los permisos necesarios para evaluar el modelo 
básico.
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Para configurar los permisos de su bucket de Amazon S3

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, S3 entra en la barra de búsqueda situada en la parte superior de la 
página.

3. Elija S3 en Servicios.

4. Seleccione Buckets en el panel de navegación.

5. En la sección Depósitos de uso general, en Nombre, elija el nombre del depósito S3 que desee 
usar para almacenar la entrada y la salida del modelo en la consola. Si no tiene un bucket de S3, 
haga lo siguiente.

1. Seleccione Crear depósito para abrir una nueva página de creación de depósito.

2. En la sección Configuración general, en AWSRegión, seleccione la AWS región en la que se 
encuentra el modelo de cimentación.

3. Asigne un nombre a su depósito de S3 en el cuadro de entrada situado debajo del nombre del 
depósito.

4. Acepte todas las opciones predeterminadas.

5. Selecciona Crear depósito.

6. En la sección Depósitos de uso general, en Nombre, selecciona el nombre del depósito de S3 
que has creado.

6. Elija la pestaña Permisos.

7. Desplázate hasta la sección Uso compartido de recursos entre orígenes (CORS) en la parte 
inferior de la ventana. Elija Editar.

8. Para añadir permisos a tu depósito para las evaluaciones de fundaciones, asegúrate de que 
aparezca el siguiente código en el cuadro de entrada. También puedes copiar y pegar lo 
siguiente en el cuadro de entrada.

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "GET", 
            "PUT", 
            "POST", 
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            "DELETE" 
        ], 
        "AllowedOrigins": [ 
            "*" 
        ], 
        "ExposeHeaders": [ 
            "Access-Control-Allow-Origin" 
        ] 
    }
]

9. Elija Guardar cambios.

Para añadir permisos a su política de IAM

1. En la barra de búsqueda situada en la parte superior de la página, introduceIAM.

2. En Servicios, selecciona Identity and Access Management (IAM).

3. Elija Políticas en el panel de navegación.

4. Elija Crear política. Cuando se abra el editor de políticas, elija JSON.

5. Elija Siguiente.

6. Asegúrese de que los siguientes permisos aparezcan en el editor de políticas. También puede 
copiar y pegar lo siguiente en el editor de políticas.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
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                "ecr:BatchGetImage" 
             ], 
                "Resource": "*" 
        }, 
        { 
                "Effect": "Allow", 
                "Action": [ 
                    "sagemaker:Search", 
                    "sagemaker:CreateProcessingJob", 
                    "sagemaker:DescribeProcessingJob" 
                 ], 
                 "Resource": "*" 
        } 
    ]
}

7. Elija Siguiente.

8. Introduzca un nombre de política en la sección de detalles de la política, en Nombre de la 
política. También puede introducir una descripción opcional. Buscará el nombre de esta política 
cuando la asigne a un rol.

9. Elija Crear política.

Para añadir permisos a su función de IAM

1. Seleccione Roles en el panel de navegación. Introduzca el nombre del rol que quiere usar.

2. Seleccione el nombre del rol en Nombre del rol. La ventana principal cambia para mostrar 
información sobre su función.

3. En la sección Políticas de permisos, selecciona la flecha hacia abajo situada junto a Añadir 
permisos.

4. De las opciones que aparecen, selecciona Adjuntar políticas.

5. En la lista de políticas que aparece, busque la política que creó en el paso 5. Selecciona la 
casilla situada junto al nombre de la póliza.

6. Selecciona la flecha hacia abajo situada junto a Acciones.

7. De las opciones que aparecen, selecciona Adjuntar.

8. Busque el nombre del rol que creó. Seleccione la casilla de verificación situada junto al nombre.

9. Elija Añadir permisos. Un banner en la parte superior de la página debe indicar que la política se 
ha asignado correctamente a la función.
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Comience a usar Studio

1. En la barra de búsqueda de la parte superior de la página, escribeSageMaker.

2. En Servicios, selecciona Amazon SageMaker.

3. Selecciona Studio en el panel de navegación.

4. Elige tu dominio en la sección Cómo empezar, después de expandir la flecha hacia abajo 
situada debajo de Seleccionar dominio.

5. Elige tu perfil de usuario en la sección Cómo empezar después de expandir la flecha hacia abajo 
situada debajo de Seleccionar perfil de usuario.

6. Selecciona Open Studio para abrir la página de inicio de Studio.

Realice una evaluación humana

Puede realizar una evaluación humana en un modelo basado en texto que ya haya ajustado 
SageMaker JumpStart si está disponible para su evaluación. Como alternativa, puede empezar con 
un modelo básico basado en texto desde la página de inicio de Studio, en la que se SageMaker 
JumpStart enumeran los modelos implementados previamente.

Para lanzar SageMaker JumpStart

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En la barra de búsqueda situada en la parte superior de la página, introduceSageMaker.

3. En Servicios, selecciona Amazon SageMaker.

4. Selecciona Studio en el panel de navegación.

5. Elige tu dominio en la sección Cómo empezar, después de expandir la flecha hacia abajo 
situada debajo de Seleccionar dominio.

6. Elige tu perfil de usuario en la sección Cómo empezar después de expandir la flecha hacia abajo 
situada debajo de Seleccionar perfil de usuario.

7. Selecciona Open Studio para abrir la página de inicio de Studio.

8. En el panel de navegación, seleccione SageMaker JumpStart.

Para configurar un trabajo de evaluación

1. Elija un modelo basado en texto SageMaker JumpStart . También puede utilizar la barra de 
búsqueda y el filtro para seleccionar los siguientes tipos de tareas relacionadas con el texto.
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• Resumen de texto

• Preguntas y respuestas (Q&A)

• Clasificación de textos

• Generación abierta

2. Pulse el botón Evaluar.

1. El botón se encuentra en la esquina superior derecha de la ventana principal, a la derecha de 
Deploy.

3. Especifique los detalles del trabajo.

a. Introduzca el nombre de la evaluación del modelo. Este nombre le ayuda a identificar su 
trabajo de evaluación de modelos una vez enviado.

b. Introduzca una descripción para añadir más contexto al nombre.

c. Elija Siguiente.

4. Configure la evaluación

a. En Elija un tipo de evaluación, seleccione el botón de radio situado junto a Humana.

b. Seleccione el modelo que desee evaluar. Puede evaluar hasta dos modelos para cada 
evaluación.

1. Si ha seleccionado un modelo SageMaker JumpStart, ya se muestra el modelo que ha 
seleccionado.

2. Si el modelo requiere un acuerdo legal, active la casilla de verificación para confirmar que 
está de acuerdo.

3. Si desea añadir otro modelo, haga lo siguiente.

• Seleccione Añadir modelo a la evaluación. Se abrirá una lista de los modelos 
disponibles.

• Seleccione el botón de radio situado junto al modelo que desee añadir.

• Elija Add model (Añadir modelo).

c. A continuación, seleccione un tipo de tarea. Puede seleccionar cualquiera de las siguientes 
opciones:

• Resumen de texto

• Preguntas y respuestas (Q&A)
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• Clasificación de textos

• Generación abierta

d. En la sección Métricas de evaluación, elija una dimensión de evaluación e introduzca 
un contexto adicional sobre la dimensión en el cuadro de texto situado debajo de la
descripción. Puede elegir entre las siguientes dimensiones:

• Fluidez: mide la calidad lingüística de un texto generado.

• Coherencia: mide la organización y la estructura de un texto generado.

• Toxicidad: mide la nocividad de un texto generado.

• Precisión: indica la precisión del texto generado.

• Una dimensión de evaluación personalizada en la que puede definir el nombre y la 
descripción de su equipo de trabajo.

Para añadir una dimensión de evaluación personalizada, haga lo siguiente:

• Elija + Añadir una dimensión de evaluación.

• En el cuadro de texto que contiene Proporcionar una dimensión de evaluación, 
introduzca el nombre de la dimensión personalizada.

• En el cuadro de texto que contiene Proporcione una descripción para esta dimensión 
de evaluación, introduzca una descripción para que su equipo de trabajo comprenda 
cómo evaluar su dimensión personalizada.

Debajo de cada una de estas métricas hay métricas de informes que puede elegir en la 
flecha descendente Elija un tipo de métrica. Si tiene dos modelos para evaluar, puede elegir 
métricas de informes comparativas o individuales. Si tiene un modelo para evaluar, puede 
elegir solo métricas de informes individuales. Puede elegir los siguientes tipos de métricas 
de informes para cada una de las métricas anteriores.

• Escala Likert (comparativa): comparación: un evaluador humano indicará su preferencia 
entre dos respuestas en una escala Likert de 5 puntos según sus instrucciones. Los 
resultados del informe final se mostrarán como un histograma de las puntuaciones de 
intensidad preferencial de los evaluadores en todo el conjunto de datos. Defina los puntos 
importantes de la escala de 5 puntos en sus instrucciones para que sus evaluadores 
sepan cómo calificar las respuestas de acuerdo con sus expectativas.

• Botones de elección (comparativos): permiten a un evaluador humano indicar su 
respuesta preferida en lugar de otra respuesta. Los evaluadores indican su preferencia 
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entre dos respuestas según sus instrucciones mediante botones de opción. Los 
resultados del informe final se mostrarán como el porcentaje de respuestas que hayan 
preferido los trabajadores para cada modelo. Explique claramente su método de 
evaluación en sus instrucciones.

• Rango ordinal (comparativo): permite a un evaluador humano clasificar sus respuestas 
preferidas según un mensaje en orden, empezando por y según sus instrucciones. 1 Los 
resultados del informe final se mostrarán como un histograma de las clasificaciones de 
los evaluadores en todo el conjunto de datos. Defina lo que 1 significa un rango de en sus 
instrucciones.

• (Individual) Con el visto bueno hacia arriba o hacia abajo: permite a un evaluador 
humano calificar cada respuesta de un modelo como aceptable o inaceptable según 
sus instrucciones. Los resultados del informe final se mostrarán como un porcentaje del 
número total de valoraciones de los evaluadores que hayan recibido un pulgar hacia 
arriba para cada modelo. Puede utilizar este método de calificación para evaluar uno o 
más modelos. Si lo utiliza en una evaluación que contiene dos modelos, su equipo de 
trabajo recibirá el visto bueno o negativo para cada respuesta del modelo y el informe 
final mostrará los resultados agregados de cada modelo de forma individual. Defina lo que 
es aceptable como una valoración positiva o negativa en sus instrucciones.

• Escala Likert (individual): permite a un evaluador humano indicar en qué medida 
aprueba la respuesta del modelo basándose en sus instrucciones en una escala Likert 
de 5 puntos. Los resultados del informe final se mostrarán como un histograma de las 
puntuaciones de 5 puntos de los evaluadores en todo el conjunto de datos. Puede usar 
esta escala para una evaluación que contenga uno o más modelos. Si selecciona este 
método de calificación en una evaluación que contiene más de un modelo, se presentará 
a su equipo de trabajo una escala Likert de 5 puntos para cada respuesta del modelo y 
el informe final mostrará los resultados agregados de cada modelo de forma individual. 
Defina los puntos importantes de la escala de 5 puntos en sus instrucciones para que sus 
evaluadores sepan cómo calificar las respuestas de acuerdo con sus expectativas.

e. Elija un conjunto de datos de Prompt. Este conjunto de datos es obligatorio y su equipo de 
trabajo humano lo utilizará para evaluar las respuestas de su modelo. Introduce la URL de 
un bucket de Amazon S3 que contenga tu conjunto de datos de solicitudes en el cuadro de 
texto situado debajo de la ubicación de S3. El conjunto de datos debe estar en jsonlines
formato y contener las siguientes claves para identificar qué partes del conjunto de datos 
utilizará la interfaz de usuario para evaluar el modelo:

• prompt— La solicitud a la que quieres que tu modelo genere una respuesta.
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• (Opcional) category — - Las etiquetas de categoría de su solicitud. La category
clave se utiliza para clasificar las solicitudes, de modo que pueda filtrar los resultados de 
la evaluación más adelante por categoría para comprender mejor los resultados de la 
evaluación. No participa en la evaluación en sí misma y los trabajadores no la ven en la 
interfaz de usuario de la evaluación.

• (Opcional)referenceResponse: la respuesta de referencia para sus evaluadores 
humanos. Los trabajadores no valoran la respuesta de referencia, pero se puede utilizar 
para entender qué respuestas son aceptables o inaceptables, según sus instrucciones.

El siguiente ejemplo jsonlines de código muestra el formato clave-valor de un conjunto 
de datos de evaluación:

{ 
    "prompt": String, 
    "category": String, // optional 
    "referenceResponse": String // optional - The reference answer
}

A continuación se muestra un conjunto de datos de muestra:

{"referenceResponse":"Cantal","category":"Capitals","prompt":"Aurillac is the 
 capital of"}
{"referenceResponse":"Bamiyan 
 Province","category":"Capitals","prompt":"Bamiyan city is the capital of"}
{"referenceResponse":"Oberspreewald-
Lausitz","category":"Capitals","prompt":"Senftenberg is the capital of"}

f. Introduzca la ubicación del depósito de S3 en la que desee guardar los resultados de la 
evaluación de salida en el cuadro de texto situado debajo de Elija una ubicación de S3 para 
guardar los resultados de la evaluación. El archivo de salida escrito en esta ubicación de S3 
tendrá el jsonlines formato y terminará con la extensión,.jsonl.

g. Configure el procesador en la sección Configuración del procesador mediante los siguientes 
parámetros:

• Utilice el recuento de instancias para especificar el número de instancias informáticas 
que se utilizarán para ejecutar el modelo. Si usa más de una 1 instancia, su modelo se 
ejecutará en instancias paralelas.
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• Use el tipo de instancia para elegir el tipo de instancia de procesamiento que quiere 
usar para ejecutar su modelo. AWStiene instancias informáticas generales e instancias 
optimizadas para la informática y la memoria. Para obtener más información sobre los 
tipos de instancias, consulteTipos de instancias de Studio Classic disponibles.

• Si quieres SageMaker usar tu propia clave de cifrado AWS Key Management Service 
(AWS KMS) en lugar de la clave de servicio AWS gestionado predeterminada, selecciona 
Activado en la clave Volume KMS e introduce la AWS KMS clave. SageMaker utilizará su 
AWS KMS clave para cifrar los datos del volumen de almacenamiento. Para obtener más 
información sobre las claves, consulte AWS Key Management Service.

• Si SageMaker desea utilizar su propia clave de cifrado AWS Key Management Service 
(AWS KMS) en lugar de la clave de servicio AWS gestionado predeterminada, seleccione 
Activado en la clave KMS de salida e introduzca la AWS KMS clave. SageMaker utilizará 
su AWS KMS clave para cifrar el resultado del trabajo de procesamiento.

• Utilice una función de IAM para especificar el acceso y los permisos del procesador 
predeterminado. Introduzca la función de IAM que configuró en la sección Configure su 
función de IAM en la sección Ejecute una evaluación humana.

h. Tras especificar el modelo y los criterios, seleccione Siguiente.

Su equipo de trabajo está formado por las personas que están evaluando su modelo. Una vez 
creado tu equipo de trabajo, este persiste indefinidamente y no puedes cambiar sus atributos. A 
continuación, se muestra cómo empezar a trabajar con tu equipo de trabajo.

Configura tu equipo de trabajo

1. Elige un equipo existente o crea un equipo nuevo en el cuadro de texto de entrada Seleccionar 
equipo.

2. Especifique el nombre de su organización en Nombre de la organización. Este campo solo 
aparece al crear el primer equipo de trabajo de la cuenta.

3. Especifique un correo electrónico de contacto. Sus trabajadores utilizarán este correo electrónico 
para comunicarse con usted acerca de la tarea de evaluación que les asignará. Este campo solo 
aparece al crear el primer equipo de trabajo de la cuenta.

4. Especifique un nombre de equipo. No puede cambiar este nombre más adelante.

5. Especifique una lista de direcciones de correo electrónico para cada uno de sus trabajadores 
humanos que evaluarán su modelo de lenguaje amplio (LLM). Cuando especificas las 
direcciones de correo electrónico de tu equipo, solo se les notificará de un nuevo trabajo cuando 
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se hayan agregado recientemente a un equipo de trabajo. Si utilizas el mismo equipo para un 
trabajo posterior, debes notificárselo manualmente.

Proporcione instrucciones a su equipo de trabajo

1. Proporcione instrucciones detalladas a su fuerza laboral humana para que puedan evaluar 
su modelo según sus métricas y estándares. Una plantilla en la ventana principal muestra 
ejemplos de instrucciones que puede proporcionar. Para obtener más información sobre cómo 
dar instrucciones, consulte Cómo crear buenas instrucciones para los trabajadores.

2. Para minimizar el sesgo en la evaluación humana, selecciona la casilla situada junto a
Aleatorizar las posiciones de respuesta.

3. Seleccione Siguiente.

Puede revisar el resumen de las selecciones que ha realizado para su trabajo humano. Si debe 
cambiar de trabajo, elija Anterior para volver a una selección anterior.

Envíe su solicitud de trabajo de evaluación y vea el progreso del trabajo

1. Para enviar su solicitud de trabajo de evaluación, elija Crear recurso.

2. Para ver el estado de todos sus trabajos, elija Trabajos en el panel de navegación. A 
continuación, elija Evaluación del modelo. El estado de la evaluación se muestra como
Completada, Fallida o En curso.

También se muestra lo siguiente:

• Ejemplos de cuadernos para realizar una evaluación de modelos en SageMaker Amazon 
Bedrock.

• Enlaces a información adicional que incluye documentación, vídeos, noticias y blogs sobre el 
proceso de evaluación del modelo.

3. Seleccione la evaluación del modelo en Nombre para ver un resumen de la evaluación.

• El resumen proporciona información sobre el estado del trabajo, qué tipo de tarea de 
evaluación ejecutó, en qué modelo y cuándo se ejecutó. Tras el resumen, las puntuaciones de 
las evaluaciones humanas se ordenan y resumen por métrica.
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Vea los resultados de sus análisis humanos

El resultado de la evaluación del modelo humano se almacena en la ubicación S3 que especificó 
para guardar los resultados de la evaluación del resultado al crear el trabajo de evaluación del 
modelo.

Puede ver el trabajo de evaluación de un modelo mientras está en curso. Los datos de salida 
aparecen en el depósito S3 cuando se completa el trabajo de evaluación. Los datos de salida 
pueden tardar unos minutos en aparecer.

El contenido del json archivo de salida depende de la descripción del trabajo, las métricas y el 
modelo específicos. El siguiente ejemplo de salida se generó para una sola entradainputRecord,
prompt en la que un humano calificó la respuesta del modelo (modelResponses) como inaceptable 
("result":false):

{ 
    "output": [{ 
        "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-definition/
flow-definition-name", 
        "humanAnswers": [{ 
            "acceptanceTime": "2023-11-09T19:17:43.107Z", 
            "answerContent": { 
                "evaluationResults": { 
                    "approvalRate": [{ 
                        "metric": "Relevance", 
                        "modelResponseId": "0", 
                        "result": false 
                    }] 
                } 
            }, 
            "submissionTime": "2023-11-09T19:17:52.101Z", 
            "timeSpentInSeconds": 8.994, 
            "workerId": "444455556666", 
            "workerMetadata": { 
                "identityData": { 
                    "identityProviderType": "Cognito", 
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111222", 
                    "sub": "12345678-1234-1234-1234-" 
                } 
            } 
        }], 
        "humanLoopName": "1234567890abcdefghijklmnopqrstuv", 
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        "inputRecord": { 
            "prompt": "What does vitamin C serum do for skin?", 
            "category": "Skincare", 
            "referenceResponse": "Vitamin C serum offers a range of benefits for the 
 skin.  
            Firstly, it acts as a potent antioxidant, defending the skin against the 
 harmful  
            effects of free radicals, which can accelerate the aging process and lead 
 to skin  
            problems. Moreover, vitamin C brightens the skin by reducing the appearance 
 of  
            dark spots, age spots, and hyperpigmentation. It's a key player in 
 collagen  
            production, contributing to firmer and more youthful skin while minimizing 
 the 
             appearance of fine lines and wrinkles. Additionally, it aids in retaining  
             skin moisture, promotes an even skin tone, reduces redness, and can  
             enhance the effectiveness of sunscreen in protecting against UV damage.  
             Furthermore, it may expedite the skin's natural healing processes, making 
 it  
             beneficial for addressing post-inflammatory hyperpigmentation and scars. 
 To  
             fully enjoy these benefits, use a quality vitamin C serum regularly as 
 part of  
             your skincare routine, applying it in the morning after cleansing and 
 before  
             sunscreen for optimal results." 
        }, 
        "modelResponses": [{ 
            "text": "\nVitamin C serums are widely known for their" 
        }] 
    }, { 
        "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-definition/
flow-definition-name" 
        ...             
    }],

La muestra de salida anterior utiliza los siguientes parámetros:

• flowDefinitionArn— El número de recurso de Amazon (ARN) del flujo de trabajo de revisión 
humana (definición de flujo) que se utiliza para crear el bucle humano.

• humanAnswers— Una lista de json objetos que contienen las respuestas de los trabajadores.
answerContent
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metric:"Relevance"— Un valor que se basa en el tipo de métrica que seleccionó al crear el 
trabajo de evaluación del modelo.

• humanLoopName— El nombre del bucle humano.

• inputRecord— Un json objeto que contiene una solicitud de entrada del conjunto de datos de 
entrada.

• modelResponses— Las respuestas individuales de los modelos.

• input— El contenido de entrada enviado SageMaker en la solicitud aStartHumanLoop.

Cuando se complete el análisis, podrá ver el rendimiento de su modelo en comparación con el 
conjunto de datos que proporcionó mediante los siguientes pasos:

1. En el panel de navegación de Studio, seleccione Trabajos y, a continuación, seleccione
Evaluación del modelo.

2. En la página de evaluaciones de modelos, los trabajos enviados correctamente aparecen en una 
lista. La lista incluye el nombre del trabajo, el estado, el nombre del modelo, el tipo de evaluación y 
la fecha en que se creó.

3. Si la evaluación del modelo se completó correctamente, puede hacer clic en el nombre del trabajo 
para ver un resumen de los resultados de la evaluación.

4. Para ver su informe de análisis humano, seleccione el nombre del trabajo que desee examinar.

Una sección del informe de análisis que identifica su trabajo por el nombre, el estado, el nombre del 
modelo, el tipo de evaluación y la fecha en que se creó aparece en la parte superior de la ventana 
principal después de seleccionar el nombre del trabajo que desea examinar.

La siguiente sección del informe de análisis contiene el tipo de tarea que realizó el modelo y los 
resultados de la evaluación de esa tarea.

La siguiente sección del informe de análisis contiene los resultados de la evaluación de cada modelo 
que evaluó.

La siguiente sección del informe de análisis muestra la configuración del trabajo de evaluación. 
Incluye los recursos que se utilizan, el modelo que se evalúa, la ubicación de los resultados de la 
evaluación y las dimensiones de la evaluación.

La última sección contiene una copia de las instrucciones que proporcionó a sus empleados.
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Utilice una evaluación automática

Foundation Model Evaluations (FMEval) se encuentra en una versión preliminar de Amazon 
SageMaker Clarify y está sujeta a cambios.

Important

Para poder utilizar SageMaker Clarify Foundation Model Evaluations, debe actualizarse 
a la nueva experiencia de Studio. A partir del 30 de noviembre de 2023, la experiencia 
anterior de Amazon SageMaker Studio pasa a denominarse Amazon SageMaker Studio 
Classic. La función de evaluación básica solo se puede utilizar en la experiencia actualizada. 
Para obtener información sobre cómo actualizar Studio, consulteMigración desde Amazon 
SageMaker Studio Classic. Para obtener información sobre el uso de la aplicación Studio 
Classic, consulteAmazon SageMaker Studio Clásico.

Puede utilizar una evaluación automática ejecutándola en una interfaz de usuario o utilizando la
fmeval biblioteca incluida en su propio código. La interfaz de usuario te guía a través de un flujo 
de trabajo estándar. El uso de la biblioteca ofrece la oportunidad de personalizar aún más el flujo 
de trabajo. En las siguientes secciones, se muestra cómo utilizar ambos tipos de evaluaciones 
automáticas.

Utilice una evaluación automática en una interfaz de usuario

Puede ejecutar una evaluación automática de un SageMaker JumpStart modelo dentro de la interfaz 
de usuario de Amazon SageMaker Studio. El flujo de trabajo de la interfaz de usuario le guía para 
elegir un modelo de evaluación y configurar las dimensiones, las métricas y los recursos de la 
evaluación. Para obtener un flujo de trabajo más personalizable, consultePersonalice su flujo de 
trabajo mediante la fmeval biblioteca. En esa sección se muestra cómo realizar una evaluación en 
cualquier tipo de modelo de lenguaje amplio (LLM) utilizando parámetros específicos para generar 
respuestas más personalizadas. Las demás secciones de esta guía muestran cómo formatear un 
conjunto de datos de entrada personalizado opcional, configurar el entorno y ejecutar una evaluación 
en la interfaz de usuario.
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Formatea tu conjunto de datos de entrada

Si utilizas un conjunto de datos integrado para evaluar tu modelo en la interfaz de usuario, el 
conjunto de datos ya está estructurado en el formato correcto para introducirlo en la evaluación del 
modelo. Si utilizas tu propio conjunto de datos personalizado, debe tener el jsonlines formato 
adecuado. Cada línea del conjunto jsonlines de datos de entrada debe ser un json objeto que 
contenga un único registro del conjunto de datos. Estos registros se utilizan para evaluar el modelo.

Para saber qué claves están disponibles para un conjunto de datos personalizado en la interfaz de 
usuario, consulte las siguientes listas de tareas.

• model_input— Necesario para indicar la entrada de las siguientes tareas.

• La pregunta a la que debe responder su modelo en tareas abiertas de generación, toxicidad y
precisión.

• La pregunta a la que debe responder su modelo en las tareas de respuesta a preguntas y
conocimiento fáctico.

• El texto que su modelo debe resumir en las tareas de resumen de texto.

• El texto que el modelo debe clasificar en las tareas de clasificación.

• El texto que desea que su modelo altere en las tareas de robustez semántica.

• target_output— Necesario para indicar la respuesta con la que se evalúa su modelo para las 
siguientes tareas.

• La respuesta para las tareas de respuesta a preguntas, precisión, solidez semántica y 
evaluación basada en hechos.

• Para las tareas de precisión y solidez semántica, separe las respuestas aceptables con un.
<OR> La evaluación acepta como correcta cualquiera de las respuestas separadas por una 
coma. Como ejemplotarget_output="UK<OR>England<OR>United Kingdom", úselo si 
quiere aceptar una UK o England o United Kingdom como respuestas aceptables.

• (Opcional)category: genera los puntajes de evaluación informados para cada categoría.

• sent_less_input— Necesario para indicar el mensaje que contiene menos sesgos para las 
tareas rápidas de estereotipado.

• sent_more_input— Necesario para indicar el mensaje que contiene más sesgos para las tareas 
rápidas de estereotipado.
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Para evaluar el conocimiento basado en los hechos es necesario formular la pregunta y comparar 
la respuesta con la respuesta del modelo. Use la clave model_input con el valor contenido en la 
pregunta y la clave target_output con el valor contenido en la respuesta de la siguiente manera:

{"model_input": "Bobigny is the capital of", "target_output": "Seine-Saint-Denis", 
 "category": "Capitals"}

El ejemplo anterior es una sola línea de un archivo de jsonlines entrada que se enviará a su 
modelo como solicitud. Para realizar varias solicitudes, incluya varias líneas. El siguiente ejemplo de 
entrada de datos es para una tarea de pregunta/respuesta que utiliza una clave category opcional 
para la evaluación.

{"target_output":"Cantal","category":"Capitals","model_input":"Aurillac is the capital 
 of"}
{"target_output":"Bamiyan Province","category":"Capitals","model_input":"Bamiyan city 
 is the capital of"}
{"target_output":"Abkhazia","category":"Capitals","model_input":"Sokhumi is the capital 
 of"}

Si evalúa el algoritmo en la interfaz de usuario, se establecen los siguientes valores predeterminados 
para el conjunto de datos de entrada:

• El número de registros que utiliza la evaluación es fijo. El algoritmo toma muestras de este número 
de solicitudes de forma aleatoria a partir del conjunto de datos de entrada.

• Para cambiar este número: utilice la fmeval biblioteca tal y como se describe en Personalice 
su flujo de trabajo con la fmeval biblioteca y establezca el parámetro num_records en función 
del número de muestras que desee o bien -1 especifique todo el conjunto de datos. El número 
predeterminado de registros que se evalúan es 100 para tareas de precisión, creación rápida de 
estereotipos, toxicidad, clasificación y solidez semántica. El número predeterminado de registros 
para una tarea de conocimiento fáctico es. 300

• El delimitador de salida objetivo, tal como se describió anteriormente en el target_output
parámetro, se establece <OR> en la interfaz de usuario.

• Para separar las respuestas aceptables mediante otro delimitador: utilice la fmeval
biblioteca tal y como se describe en Personalice su flujo de trabajo con la fmeval biblioteca y
target_output_delimiter defina el parámetro con el delimitador que desee.
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• Debe utilizar un modelo de SageMaker JumpStart lenguaje basado en texto que esté disponible 
para la evaluación del modelo. Estos modelos tienen varios parámetros de configuración de 
entrada de datos que se transfieren automáticamente al proceso FMEval.

• Para usar otro tipo de modelo: use la fmeval biblioteca para definir la configuración de datos 
del conjunto de datos de entrada.

Configurar el entorno

Para ejecutar una evaluación automática de su modelo de lenguaje grande (LLM), debe configurar su 
entorno para que tenga los permisos correctos para ejecutar una evaluación. A continuación, puede 
usar la interfaz de usuario como guía por los pasos del flujo de trabajo y ejecutar una evaluación. En 
las siguientes secciones, se muestra cómo utilizar la interfaz de usuario para ejecutar una evaluación 
automática.

Requisitos previos

• Para ejecutar una evaluación de modelos en una interfaz de usuario de Studio, su rol AWS 
Identity and Access Management (de IAM) y cualquier conjunto de datos de entrada deben tener 
los permisos correctos. Si no tiene un rol de SageMaker dominio o de IAM, siga los pasos que 
van desde el principio hasta el Incorporación desde la consola paso 1. Configuración general.

Para configurar los permisos de su bucket de S3

Una vez creados el dominio y el rol, siga los siguientes pasos para agregar los permisos necesarios 
para evaluar su modelo.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, S3 entra en la barra de búsqueda situada en la parte superior de la 
página.

3. Elija S3 en Servicios.

4. Seleccione Buckets en el panel de navegación.

5. En la sección Buckets de uso general, en Nombre, elija el nombre del bucket de Amazon S3 que 
quiere usar para almacenar la entrada y salida del modelo en la consola. Si no tiene un bucket 
de Amazon S3, haga lo siguiente.

1. Seleccione Crear depósito para abrir una nueva página de creación de depósito.
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2. En la sección Configuración general, en AWSRegión, seleccione la AWS región en la que se 
encuentra el modelo de cimentación.

3. Asigne un nombre a su depósito de S3 en el cuadro de entrada situado debajo del nombre del 
depósito.

4. Acepte todas las opciones predeterminadas.

5. Selecciona Crear depósito.

6. En la sección Depósitos de uso general, en Nombre, selecciona el nombre del depósito de S3 
que has creado.

6. Elija la pestaña Permisos.

7. Desplázate hasta la sección Uso compartido de recursos entre orígenes (CORS) en la parte 
inferior de la ventana. Elija Editar.

8. Para añadir permisos a tu depósito para las evaluaciones de fundaciones, asegúrate de que 
aparezca el siguiente código en el cuadro de entrada. También puedes copiar y pegar lo 
siguiente en el cuadro de entrada.

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "GET", 
            "PUT", 
            "POST", 
            "DELETE" 
        ], 
        "AllowedOrigins": [ 
            "*" 
        ], 
        "ExposeHeaders": [ 
            "Access-Control-Allow-Origin" 
        ] 
    }
]

9. Elija Guardar cambios.
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Para añadir permisos a su política de IAM

1. En la barra de búsqueda situada en la parte superior de la página, introduceIAM.

2. En Servicios, selecciona Identity and Access Management (IAM).

3. Elija Políticas en el panel de navegación.

4. Elija Crear política. Cuando se abra el editor de políticas, elija JSON.

5. Elija Siguiente.

6. Asegúrese de que los siguientes permisos aparezcan en el editor de políticas. También puede 
copiar y pegar lo siguiente en el editor de políticas.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
             ], 
                "Resource": "*" 
        }, 
        { 
                "Effect": "Allow", 
                "Action": [ 
                    "sagemaker:Search", 
                    "sagemaker:CreateProcessingJob", 
                    "sagemaker:DescribeProcessingJob" 
                 ], 
                 "Resource": "*" 
        } 
    ]
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}

7. Elija Siguiente.

8. Introduzca un nombre de política en la sección de detalles de la política, en Nombre de la 
política. También puede introducir una descripción opcional. Buscará el nombre de esta política 
cuando la asigne a un rol.

9. Elija Crear política.

Para añadir permisos a su función de IAM

1. Seleccione Roles en el panel de navegación. Introduzca el nombre del rol que quiere usar.

2. Seleccione el nombre del rol en Nombre del rol. La ventana principal cambia para mostrar 
información sobre su función.

3. En la sección Políticas de permisos, selecciona la flecha hacia abajo situada junto a Añadir 
permisos.

4. De las opciones que aparecen, selecciona Adjuntar políticas.

5. En la lista de políticas que aparece, busque la política que creó en el paso 5. Selecciona la 
casilla situada junto al nombre de la póliza.

6. Selecciona la flecha hacia abajo situada junto a Acciones.

7. De las opciones que aparecen, selecciona Adjuntar.

8. Busque el nombre del rol que creó. Seleccione la casilla de verificación situada junto al nombre.

9. Elija Añadir permisos. Un banner en la parte superior de la página debe indicar que la política se 
ha asignado correctamente a la función.

Comience a usar Studio

1. En la barra de búsqueda de la parte superior de la página, escribeSageMaker.

2. En Servicios, selecciona Amazon SageMaker.

3. Selecciona Studio en el panel de navegación.

4. Elige tu dominio en la sección Cómo empezar, después de expandir la flecha hacia abajo 
situada debajo de Seleccionar dominio.

5. Elige tu perfil de usuario en la sección Cómo empezar después de expandir la flecha hacia abajo 
situada debajo de Seleccionar perfil de usuario.

6. Selecciona Open Studio para abrir la página de inicio de Studio.
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Ejecute una evaluación automática en una interfaz de usuario

Puede ejecutar una evaluación humana en un modelo basado en texto que ya haya ajustado 
SageMaker JumpStart si está disponible para su evaluación. Como alternativa, puede empezar con 
un modelo básico basado en texto desde la página de inicio de Studio, en la que se SageMaker 
JumpStart enumeran los modelos implementados previamente.

Para lanzar SageMaker JumpStart

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En la barra de búsqueda situada en la parte superior de la página, introduceSageMaker.

3. En Servicios, selecciona Amazon SageMaker.

4. Selecciona Studio en el panel de navegación.

5. Elige tu dominio en la sección Cómo empezar, después de expandir la flecha hacia abajo 
situada debajo de Seleccionar dominio.

6. Elige tu perfil de usuario en la sección Cómo empezar después de expandir la flecha hacia abajo 
situada debajo de Seleccionar perfil de usuario.

7. Selecciona Open Studio para abrir la página de inicio de Studio.

8. En el panel de navegación, seleccione SageMaker JumpStart.

Para configurar un trabajo de evaluación

1. Elija un modelo basado en texto SageMaker JumpStart . También puede utilizar la barra de 
búsqueda y el filtro para seleccionar los siguientes tipos de tareas relacionadas con el texto.

• Resumen de texto

• Preguntas y respuestas (Q&A)

• Clasificación de textos

• Generación abierta

2. Pulse el botón Evaluar.

1. El botón se encuentra en la esquina superior derecha de la ventana principal, a la derecha de 
Deploy.

3. Especifique los detalles del trabajo.
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a. Introduzca el nombre de la evaluación del modelo. Este nombre le ayuda a identificar su 
trabajo de evaluación de modelos una vez enviado.

b. Introduzca una descripción para añadir más contexto al nombre.

c. Elija Siguiente.

4. Configure la evaluación

a. En Elija un tipo de evaluación, seleccione el botón de radio situado junto a Automático.

b. Seleccione el modelo que desee evaluar. Solo puede evaluar un modelo para cada 
evaluación.

1. Si ha seleccionado un modelo SageMaker JumpStart, ya se muestra el modelo que ha 
seleccionado.

2. Si el modelo requiere un acuerdo legal, active la casilla de verificación para confirmar que 
está de acuerdo.

c. A continuación, seleccione un tipo de tarea. Puede seleccionar cualquiera de las siguientes 
opciones:

• Resumen de texto

• Preguntas y respuestas (Q&A)

• Clasificación de textos

• Generación abierta

Para obtener más información sobre estas tareas y dimensiones, consulte la evaluación 
automática en Descripción general de la evaluación del modelo básico.

d. En la sección Métricas de evaluación, elija una dimensión de evaluación. El cuadro de texto 
situado debajo de la descripción contiene un contexto adicional sobre la dimensión.

Tras seleccionar una tarea, las métricas asociadas a la tarea aparecen en Métricas. En esta 
sección, haga lo siguiente.

e. Seleccione una dimensión de evaluación en la flecha hacia abajo situada en Dimensión de 
evaluación.

f. Elija un conjunto de datos de evaluación. Puede elegir usar su propio conjunto de datos 
o usar un conjunto de datos integrado. Si desea utilizar su propio conjunto de datos para 
evaluar el modelo, debe tener un formato que pueda utilizar FMEval. También debe estar 
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ubicado en un depósito de S3 que tenga los permisos CORS a los que se hizo referencia 
en la sección anterior. Configurar el entorno  Para obtener más información sobre cómo 
formatear un conjunto de datos personalizado, consulteUsa un conjunto de datos de 
entrada personalizado.

g. Introduzca una ubicación de depósito de S3 en la que desee guardar los resultados de la 
evaluación de salida. Este archivo está en formato jsonlines (.jsonl).

h. Configure el procesador en la sección Configuración del procesador mediante los siguientes 
parámetros:

• Utilice el recuento de instancias para especificar el número de instancias informáticas 
que desea utilizar para ejecutar el modelo. Si usa más de una 1 instancia, su modelo se 
ejecuta en instancias paralelas.

• Use el tipo de instancia para elegir el tipo de instancia de cómputo que quiere usar 
para ejecutar el modelo. Para obtener más información sobre los tipos de instancias, 
consulteTipos de instancias de Studio Classic disponibles.

• Usa la clave Volume KMS para especificar tu clave de cifrado AWS Key Management 
Service (AWS KMS). SageMaker utiliza su AWS KMS clave para cifrar el tráfico entrante 
del modelo y de su bucket de Amazon S3. Para obtener más información sobre las 
claves, consulte AWS Key Management Service.

• Utilice la clave KMS de salida para especificar la clave de AWS KMS cifrado para el 
tráfico saliente.

• Utilice el rol de IAM para especificar el acceso y los permisos del procesador 
predeterminado. Introduzca el rol de IAM que configuró en Configurar el entorno

i. Tras especificar el modelo y los criterios, elija Siguiente. La ventana principal pasa al paso 
5: Revisar y guardar.

Revise y ejecute su trabajo de evaluación

1. Revise todos los parámetros, el modelo y los datos que seleccionó para la evaluación.

2. Elija Crear recurso para ejecutar la evaluación.

3. Para comprobar el estado de su puesto, vaya a la parte superior de la sección de evaluaciones 
de modelos de la página.
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Vea los resultados del análisis de su evaluación automática

En esta sección se enumeran tres resultados para una evaluación automática que se ejecuta en la 
interfaz de usuario.

1. El output.json archivo contiene las puntuaciones agregadas de su conjunto de datos. A 
continuación, se muestra un ejemplo de json resultado.

{ 
  "evaluations": [ 
    { 
      "evaluation_name": "factual_knowledge", 
      "dataset_name": "trex", 
      "prompt_template": "<s>[INST] <<SYS>>Answer the question at the end in as 
 few words as possible. Do not repeat the question. Do not answer in complete 
 sentences.<</SYS> Question: $feature [/INST]", 
      "dataset_scores": [ 
        { 
          "name": "factual_knowledge", 
          "value": 0.2966666666666667 
        } 
      ], 
      "category_scores": [ 
        { 
          "name": "Author", 
          "scores": [ 
            { 
              "name": "factual_knowledge", 
              "value": 0.4117647058823529 
            } 
          ] 
        }, 
        ... 
        { 
          "name": "Capitals", 
          "scores": [ 
            { 
              "name": "factual_knowledge", 
              "value": 0.2857142857142857 
            } 
          ] 
        } 
      ] 
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    } 
  ]
}

En el ejemplo de salida anterior, el modelo obtuvo una puntuación media 
de0.2966666666666667. Las puntuaciones medias de cada categoría se muestran después de 
la puntuación agregada.

2. Un archivo evaluation_name _ dataset_name .jsonl que contiene los resultados por 
instancia de cada solicitud de jsonlines. Si tenía 300 solicitudes en los datos de entrada de 
jsonlines, este archivo de salida de jsonlines contiene las respuestas. 300 El archivo de salida 
contiene la solicitud realizada a su modelo seguida de la puntuación de esa evaluación. A 
continuación, se muestra un ejemplo de salida para toda la instancia.

3. Un informe de evaluación que contiene los resultados de la evaluación del modelo básico. El 
contenido del informe de evaluación depende del tipo de tarea que haya utilizado para evaluar su 
modelo. Cada informe contiene las siguientes secciones:

a. Los puntajes generales de cada evaluación exitosa de la tarea de evaluación. Como 
ejemplo de una evaluación con un conjunto de datos, si evaluó su modelo para una tarea 
de clasificación en cuanto a precisión y solidez semántica, en la parte superior del informe 
aparecerá una tabla con un resumen de los resultados de la evaluación de precisión y precisión 
(robustez semántica). Es posible que otras evaluaciones con otros conjuntos de datos estén 
estructuradas de forma diferente.

b. La configuración de su trabajo de evaluación, incluidos el nombre del modelo, el tipo, los 
métodos de evaluación que se utilizaron y los conjuntos de datos con los que se evaluó su 
modelo.

c. Una sección de resultados de evaluación detallados que resume el algoritmo de evaluación, 
proporciona información y enlaces a cualquier conjunto de datos integrado, cómo se calculan 
las puntuaciones y tablas que muestran algunos datos de muestra con sus puntuaciones 
asociadas.

d. Una sección de evaluaciones fallidas que contiene una lista de las evaluaciones que no se 
completaron. Si ninguna evaluación ha fallado, se omite esta sección del informe.

Utilice la fmeval biblioteca para ejecutar una evaluación automática

El uso de la fmeval biblioteca en su propio código le brinda la mayor flexibilidad para personalizar 
su flujo de trabajo. Puede usar la fmeval biblioteca para evaluar cualquier LLM y también para 
tener más flexibilidad con sus conjuntos de datos de entrada personalizados. Los siguientes pasos le 
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muestran cómo configurar su entorno y cómo ejecutar un flujo de trabajo inicial y uno personalizado 
mediante la fmeval biblioteca.

Comience a utilizar la fmeval biblioteca

Puede configurar la evaluación del modelo básico y personalizarla para su caso de uso en un bloc 
de notas de Studio. La configuración depende tanto del tipo de tarea para la que se creó el modelo 
base como de la forma en que desee evaluarla. FMEval admite tareas de generación abierta, 
resumen de textos, respuesta a preguntas y clasificación. Los pasos de esta sección muestran cómo 
configurar un flujo de trabajo inicial. Este flujo de trabajo inicial incluye la configuración del entorno 
y la ejecución de un algoritmo de evaluación mediante un modelo básico de Amazon Bedrock 
SageMaker JumpStart o uno con conjuntos de datos integrados. Si debe usar un flujo de trabajo 
y un conjunto de datos de entrada personalizados para un caso de uso más específico, consulte.
Personalice su flujo de trabajo mediante la fmeval biblioteca

Configurar el entorno

Si no quieres realizar una evaluación del modelo en un cuaderno de Studio, continúa con el paso 11 
de la siguiente sección Cómo empezar a usar Studio.

Requisitos previos

• Para ejecutar una evaluación de un modelo en una interfaz de usuario de Studio, tu rol AWS 
Identity and Access Management (de IAM) y cualquier conjunto de datos de entrada deben tener 
los permisos correctos. Si no tiene un rol de SageMaker dominio o de IAM, siga los pasos que 
van desde el principio hasta el Incorporación desde la consola paso 1. Configuración general.

Para configurar los permisos de su bucket de Amazon S3

Una vez creados el dominio y el rol, siga los siguientes pasos para añadir los permisos necesarios 
para evaluar su modelo.

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, S3 entra en la barra de búsqueda situada en la parte superior de la 
página.

3. Elija S3 en Servicios.

4. Seleccione Buckets en el panel de navegación.
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5. En la sección Depósitos de uso general, en Nombre, elija el nombre del depósito S3 que desee 
usar para almacenar la entrada y la salida del modelo en la consola. Si no tiene un bucket de S3, 
haga lo siguiente:

1. Seleccione Crear depósito para abrir una nueva página de creación de depósito.

2. En la sección Configuración general, en AWSRegión, seleccione la AWS región en la que se 
encuentra el modelo de cimentación.

3. Asigne un nombre a su depósito de S3 en el cuadro de entrada situado debajo del nombre del 
depósito.

4. Acepte todas las opciones predeterminadas.

5. Selecciona Crear depósito.

6. En la sección Depósitos de uso general, en Nombre, selecciona el nombre del depósito de S3 
que has creado.

6. Elija la pestaña Permisos.

7. Desplázate hasta la sección Uso compartido de recursos entre orígenes (CORS) en la parte 
inferior de la ventana. Elija Editar.

8. Para añadir permisos a tu depósito para las evaluaciones de fundaciones, asegúrate de que 
aparezca el siguiente código en el cuadro de entrada. También puedes copiar y pegar lo 
siguiente en el cuadro de entrada.

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "GET", 
            "PUT", 
            "POST", 
            "DELETE" 
        ], 
        "AllowedOrigins": [ 
            "*" 
        ], 
        "ExposeHeaders": [ 
            "Access-Control-Allow-Origin" 
        ] 
    }

Utilice una evaluación automática 5582



Amazon SageMaker Guía para desarrolladores

]

9. Elija Guardar cambios.

Para añadir permisos a su política de IAM

1. En la barra de búsqueda situada en la parte superior de la página, introduceIAM.

2. En Servicios, selecciona Identity and Access Management (IAM).

3. Elija Políticas en el panel de navegación.

4. AmazonSageMakerFullAccessIntroduce en la barra de búsqueda. Seleccione el botón de radio 
situado junto a la política que aparece. Ahora se puede seleccionar el botón Acciones.

5. Selecciona la flecha hacia abajo situada junto a Acciones. Aparecen dos opciones.

6. Seleccione Asociar.

7. En la lista de IAM que aparece, busque el nombre del rol que creó. Seleccione la casilla de 
verificación situada junto al nombre.

8. Seleccione Asociar política.

Comience a usar Studio

1. En la barra de búsqueda de la parte superior de la página, escribeSageMaker.

2. En Servicios, selecciona Amazon SageMaker.

3. Selecciona Studio en el panel de navegación.

4. Elige tu dominio en la sección Cómo empezar, después de expandir la flecha hacia abajo 
situada debajo de Seleccionar dominio.

5. Elige tu perfil de usuario en la sección Cómo empezar después de expandir la flecha hacia abajo 
situada debajo de Seleccionar perfil de usuario.

6. Selecciona Open Studio para abrir la página de inicio de Studio.

7. Seleccione el explorador de archivos en el panel de navegación y navegue hasta el directorio 
raíz.

8. Seleccione Crear bloc de notas.

9. En el cuadro de diálogo del entorno del bloc de notas que se abre, seleccione la imagen de Data 
Science 3.0.

10. Elija Seleccionar.
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11. Instale el fmeval paquete en su entorno de desarrollo, como se muestra en el siguiente ejemplo 
de código:

!pip install fmeval

Note

Instale la fmeval biblioteca en un entorno que utilicePython 3.10. Para obtener 
más información sobre los requisitos necesarios para la ejecuciónfmeval, consulte
fmevallas dependencias.

Configurar ModelRunner

FMEval usa un contenedor de alto nivel llamado ModelRunner para componer la entrada, 
invocar y extraer la salida de su modelo. El fmeval paquete puede evaluar cualquier LLM, sin 
embargo, el procedimiento a configurar ModelRunner depende del tipo de modelo que desee 
evaluar. En esta sección se explica cómo configurar ModelRunner un modelo SageMaker 
JumpStart o Amazon Bedrock. Si desea utilizar un conjunto de datos de entrada personalizado y 
personalizadoModelRunner, consultePersonalice su flujo de trabajo mediante la fmeval biblioteca.

Utilice un SageMaker JumpStart modelo

Para usarlo ModelRunner para evaluar un SageMaker JumpStart modelo, crear o proporcionar un 
punto final, defina el modelo y el conjunto de datos integrado, configúrelo y pruébeloModelRunner.

Defina un SageMaker JumpStart modelo y configure un ModelRunner

1. Proporcione un punto final mediante una de las siguientes acciones:

• Especifique EndpointNameel SageMaker JumpStart punto final existentemodel_id, el 
ymodel_version.

• Especifique el model_id y model_version para su modelo y cree un SageMaker JumpStart 
punto final.

El siguiente ejemplo de código muestra cómo crear un punto final para un punto final Llama 2 
foundation modelque esté disponible a través de él SageMaker JumpStart.
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import sagemaker
from sagemaker.jumpstart.model import JumpStartModel

#JumpStart model and version
model_id, model_version = "meta-textgeneration-llama-2-7b-f", "*"

my_model = JumpStartModel(model_id=model_id)
predictor = my_model.deploy()
endpoint_name = predictor.endpoint_name

# Accept the EULA, and test the endpoint to make sure it can predict.
predictor.predict({"inputs": [[{"role":"user", "content": "Hello how are you?"}]]}, 
 custom_attributes='accept_eula=true')

El ejemplo de código anterior hace referencia a EULA, que significa end-use-license-
agreement (EULA). El EULA se encuentra en la descripción de la tarjeta modelo del 
modelo que está utilizando. Para utilizar algunos SageMaker JumpStart modelos, debe 
especificarlosaccept_eula=true, tal y como se muestra en la convocatoria anterior. predict
Para obtener más información sobre el EULA, consulte la sección Licencias y fuentes de 
modelos enElección de un modelo fundacional.

Encontrará una lista de los SageMaker JumpStart modelos disponibles en la tabla de algoritmos 
integrados con modelos previamente entrenados.

2. Configure ModelRunner mediante elJumpStartModelRunner, tal y como se muestra en el 
siguiente ejemplo de configuración:

from fmeval.model_runners.sm_jumpstart_model_runner import JumpStartModelRunner

js_model_runner = JumpStartModelRunner( 
    endpoint_name=endpoint_name, 
    model_id=model_id, 
    model_version=model_version
)

En el ejemplo de configuración anterior, utilice los mismos valores para
endpoint_namemodel_id, y model_version que utilizó para crear el punto final.

3. Pon a prueba tuModelRunner. Envíe una solicitud de muestra a su modelo como se muestra en 
el siguiente ejemplo de código:
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js_model_runner.predict("What is the capital of London")

Usa un modelo de Amazon Bedrock

Para evaluar un modelo de Amazon Bedrock, debe definir el modelo y el conjunto de datos integrado, 
y ModelRunner configurarlo.

Defina un modelo de Amazon Bedrock y configure un ModelRunner

1. Para definir e imprimir los detalles del modelo, utilice el siguiente ejemplo de código para un 
modelo Titan que está disponible en Amazon Bedrock:

import boto3
import json
bedrock = boto3.client(service_name='bedrock')
bedrock_runtime = boto3.client(service_name='bedrock-runtime')

model_id = "amazon.titan-tg1-large"
accept = "application/json"
content_type = "application/json"

print(bedrock.get_foundation_model(modelIdentifier=modelId).get('modelDetails'))

En el ejemplo de código anterior, el accept parámetro especifica el formato de los datos que 
desea utilizar para evaluar su LLM. contentTypeEspecifica el formato de los datos de entrada 
de la solicitud. Solo MIME_TYPE_JSON es compatible con accept y contentType para los 
modelos Amazon Bedrock. Para obtener más información sobre estos parámetros, consulte
InvokeModelWithResponseStream.

2. Para configurarloModelRunner, utilice elBedrockModelRunner, como se muestra en el 
siguiente ejemplo de configuración:

from fmeval.model_runners.bedrock_model_runner import BedrockModelRunner

bedrock_model_runner = BedrockModelRunner( 
    model_id=model_id, 
    output='results[0].outputText', 
    content_template='{"inputText": $prompt, "textGenerationConfig": \ 
    {"maxTokenCount": 4096, "stopSequences": [], "temperature": 1.0, "topP": 
 1.0}}',
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)

Parametrice la ModelRunner configuración de la siguiente manera.

• Utilice los mismos valores model_id que utilizó para implementar el modelo.

• Se utiliza output para especificar el formato de la json respuesta generada. Por ejemplo, 
si su LLM proporcionó la respuesta[{"results": "this is the output"}], entonces
output='results[0].outputText' regresathis is the output.

• Se usa content_template para especificar cómo interactúa su LLM con las solicitudes. 
La siguiente plantilla de configuración se detalla únicamente para explicar el ejemplo de 
configuración anterior y no es obligatoria.

• En el ejemplo de configuración anterior, la variable inputText especifica la solicitud, que 
captura la solicitud realizada por el usuario.

• La variable textGenerationConfig especifica cómo el LLM genera las respuestas de la 
siguiente manera:

• El parámetro maxTokenCount se usa para limitar la longitud de la respuesta al limitar el 
número de fichas devueltas por el LLM.

• El parámetro stopSequences se utiliza para especificar una lista de secuencias de 
caracteres que indican al LLM que deje de generar una respuesta. La salida del modelo 
se detiene la primera vez que se encuentra alguna de las cadenas de la lista en la salida. 
Por ejemplo, puede utilizar una secuencia de retorno de vagones para limitar la respuesta 
del modelo a una sola línea.

• El parámetro topP controla la aleatoriedad al limitar el conjunto de fichas que se 
deben tener en cuenta al generar la siguiente ficha. Este parámetro acepta valores 
comprendidos entre 0.0 y. 1.0 Los valores más altos topP permiten un conjunto que 
contenga un vocabulario más amplio y los valores más bajos restringen el conjunto de 
símbolos a palabras más probables.

• El parámetro temperature controla la aleatoriedad del texto generado y acepta valores 
positivos. Los valores más altos temperature indican al modelo que genere respuestas 
más aleatorias y diversas. Los valores más bajos generan respuestas más predecibles. 
Los rangos típicos temperature se encuentran entre 0.2 y2.0.

Para obtener más información sobre los parámetros de un modelo de cimentación 
específico de Amazon Bedrock, consulte Parámetros de inferencia para modelos de 
cimentación.
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El formato del parámetro content_template depende de las entradas y los parámetros 
admitidos por su LLM. Por ejemplo, el Anthropic’s Claude 2modelo puede admitir lo siguiente:
content_template

"content_template": "{\"prompt\": $prompt, \"max_tokens_to_sample\": 500}"

Como otro ejemplo, el modelo Falcon 7b puede admitir lo siguiente. content_template

"content_template": "{\"inputs\": $prompt, \"parameters\":{\"max_new_tokens\": \ 
    10, \"top_p\": 0.9, \"temperature\": 0.8}}"

Por último, pruebe su. ModelRunner Envía una solicitud de muestra a tu modelo como se 
muestra en el siguiente ejemplo de código:

bedrock_model_runner.predict("What is the capital of London?")

Evaluar el modelo

Después de configurar los datosModelRunner, puede ejecutar un algoritmo de evaluación de 
las respuestas generadas por su LLM. Para ver una lista de todos los algoritmos de evaluación 
disponibles, ejecute el siguiente código:

from fmeval.eval_algo_mapping import EVAL_ALGORITHMS
print(EVAL_ALGORITHMS.keys())

Cada algoritmo tiene una evaluación y un evaluate_sample método. El evaluate método calcula 
una puntuación para todo el conjunto de datos. El evaluate_sample método evalúa la puntuación 
de una sola instancia.

El evaluate_sample método devuelve EvalScore objetos. EvalScorelos objetos contienen 
puntuaciones agregadas que indican el rendimiento del modelo durante la evaluación. El
evaluate_sample método tiene los siguientes parámetros opcionales:

• model_output— La respuesta modelo para una sola solicitud.

• model_input— Un mensaje que contiene la solicitud a su modelo.

• target_output— La respuesta esperada del mensaje contenido enmodel_input.
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En el siguiente ejemplo de código se muestra cómo utilizarevaluate_sample:

#Evaluate your custom sample
model_output = model_runner.predict("London is the capital of?")[0]
eval_algo.evaluate_sample(target_output="UK<OR>England<OR>United Kingdom", 
 model_output=model_output)

El evaluate método tiene los siguientes parámetros opcionales:

• model— Un ejemplo del ModelRunner uso del modelo que se quiere evaluar.

• dataset_config— La configuración del conjunto de datos. Si no dataset_config se 
proporciona, el modelo se evalúa con todos los conjuntos de datos integrados que están 
configurados para esta tarea.

• prompt_template— Una plantilla que se utiliza para generar solicitudes. Si no
prompt_template se proporciona, el modelo se evalúa mediante una plantilla de solicitud 
predeterminada.

• save— Si se establece enTrue, las respuestas y puntuaciones de las solicitudes registrales 
se guardan en el archivo. EvalAlgorithmInterface.EVAL_RESULTS_PATH El valor 
predeterminado es False.

• num_records— El número de registros que se muestrean aleatoriamente del conjunto de datos 
de entrada para su evaluación. El valor predeterminado es 300.

El evaluate algoritmo devuelve una lista de EvalOutput objetos que puede incluir lo siguiente:

• eval_name— El nombre del algoritmo de evaluación.

dataset_name— El nombre del conjunto de datos utilizado por el algoritmo de evaluación.

prompt_template— Una plantilla que se utiliza para redactar mensajes que se consume si 
el parámetro no model_output se proporciona en el conjunto de datos. Para obtener más 
información, consulte prompt_template la  SageMaker JumpStart ModelRunnersección 
Configurar una.

dataset_scores— Una puntuación agregada calculada en todo el conjunto de datos.

category_scores— Una lista de CategoryScore objetos que contienen las puntuaciones de 
cada categoría del conjunto de datos.
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output_path— La ruta local al resultado de la evaluación. Este resultado contiene respuestas 
rápidas con puntajes de evaluación sin precedentes.

error— Un mensaje de error de cadena para un trabajo de evaluación fallido.

Están disponibles las siguientes dimensiones para la evaluación del modelo:

• Precisión

• Conocimiento fáctico

• Estereotipos rápidos

• Robustez semántica

• Toxicidad

Precisión

Puede ejecutar un algoritmo de precisión para una tarea de respuesta a preguntas, resumen de texto 
o clasificación. Los algoritmos son diferentes para cada tarea a fin de adaptarse a los diferentes tipos 
de entrada de datos y problemas de la siguiente manera:

• Para las tareas de respuesta a preguntas, ejecute el QAAccuracy algoritmo con un
QAAccuracyConfig archivo.

• Para las tareas de resumen de texto, ejecute el SummarizationAccuracy algoritmo con 
unSummarizationAccuracyConfig.

• Para las tareas de clasificación, ejecute el ClassificationAccuracy algoritmo con 
unClassificationAccuracyConfig.

El QAAccuracy algoritmo devuelve una lista de EvalOutput objetos que contiene una puntuación 
de precisión para cada muestra. Para ejecutar el algoritmo de precisión de las preguntas y 
respuestas, cree una instancia de a QAAccuracygeConfig y pase una <OR> o None como la.
target_output_delimiter El algoritmo de precisión de preguntas-respuesta compara la 
respuesta que genera el modelo con una respuesta conocida. Si se utiliza <OR> como delimitador 
objetivo, el algoritmo califica la respuesta como correcta si genera parte del contenido separado por
<OR> la respuesta. Si pasas None una cadena vacía comotarget_output_delimiter, el código 
generará un error.
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Llama al evaluate método y pasa los parámetros que desees, tal y como se muestra en el 
siguiente ejemplo de código:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.qa_accuracy import QAAccuracy, QAAccuracyConfig

eval_algo = QAAccuracy(QAAccuracyConfig(target_output_delimiter="<OR>")))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

El SummarizationAccuracy algoritmo devuelve una lista de EvalOutput objetos que contienen 
las puntuaciones de ROUGE-NMeteor, y BERTScore. Para obtener más información sobre estas 
puntuaciones, consulte la sección de resumen de texto enDescripción general de la evaluación del 
modelo básico. Para ejecutar el algoritmo de precisión del resumen de texto, cree una instancia de a
SummarizationAccuracyConfig y pase lo siguiente:

• Especifique el tipo de ROUGEmétrica que desea utilizar en la evaluación. rouge_type Puede 
elegir rouge1, rouge2, o rougeL. Estas métricas comparan los resúmenes generados con 
los resúmenes de referencia. ROUGE-1compara los resúmenes generados y los resúmenes de 
referencia mediante unigramas superpuestos (secuencias de un elemento, como «el» o «es»). 
ROUGE-2compara los resúmenes generados y los de referencia mediante bigramas (grupos de 
dos secuencias, como «lo grande» o «es el hogar»). ROUGE-Lcompara la secuencia de palabras 
coincidente más larga. Para obtener más informaciónROUGE, consulte ROUGE: A Package for 
Automatic Evaluation of Summaries.

• Establezca use_stemmer_for_rouge en True o False. Un derivador elimina los afijos de 
las palabras antes de compararlas. Por ejemplo, una rastrilladora elimina los afijos de «nadar» y 
«nadar» para que ambos sean «nadar» después de la derivación.

• Defina model_type_for_bertscore en el modelo que desee usar para calcular a. BERTScore Puede 
elegir ROBERTA_MODEL o el MICROSOFT_DEBERTA_MODEL, más avanzado.

Por último, llame al evaluate método e introduzca los parámetros que desee, tal y como se 
muestra en el siguiente ejemplo de código:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.summarization_accuracy import SummarizationAccuracy, 
 SummarizationAccuracyConfig
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eval_algo = 
 SummarizationAccuracy(SummarizationAccuracyConfig(rouge_type="rouge1",model_type_for_bertscore="MICROSOFT_DEBERTA_MODEL"))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

El ClassificationAccuracy algoritmo devuelve una lista de EvalOutput objetos que contiene 
las puntuaciones de exactitud, precisión, recuperación y precisión balanceada de la clasificación 
de cada muestra. Para obtener más información sobre estas puntuaciones, consulte la sección
Clasificación enDescripción general de la evaluación del modelo básico. Para ejecutar el algoritmo 
de precisión de la clasificación, cree una instancia de a ClassificationAccuracyConfig y 
pase una estrategia de promedios a. multiclass_average_strategy Puede elegirmicro,,
macrosamples, weighted o. binary El valor predeterminado es micro. A continuación, pasa a 
valid_labels una lista con los nombres de las columnas que contienen las etiquetas verdaderas de 
tus categorías de clasificación. Por último, llama al evaluate método e introduce los parámetros 
que desees, tal y como se muestra en el siguiente ejemplo de código:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.classification_accuracy import ClassificationAccuracy, 
 ClassificationAccuracyConfig

eval_algo = 
 ClassificationAccuracy(ClassificationAccuracyConfig(multiclass_average_strategy="samples",valid_labels=["animal_type","plant_type","fungi_type"]))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Conocimiento fáctico

Puede ejecutar el algoritmo de conocimiento fáctico para una generación abierta. Para ejecutar el 
algoritmo de conocimiento fáctico, cree una instancia FactualKnowledgeConfig y, si lo desea, 
pase una cadena delimitadora (de forma predeterminada). <OR> El algoritmo de conocimiento fáctico 
compara la respuesta que genera el modelo con una respuesta conocida. El algoritmo califica la 
respuesta como correcta si genera parte del contenido separado por el delimitador de la respuesta. 
Si se aprueba None eltarget_output_delimiter, el modelo debe generar la misma respuesta 
que la respuesta para que se califique como correcta. Por último, llama al evaluate método e 
introduce los parámetros que desees.

El conocimiento fáctico devuelve una lista de EvalScore objetos. Contienen puntuaciones 
agregadas sobre la capacidad de su modelo para codificar el conocimiento fáctico, tal y como se 
describe en la sección de descripción general de la evaluación del modelo básico. Las puntuaciones 
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oscilan entre 0 y1, siendo la puntuación más baja la que corresponde a un menor conocimiento de 
los hechos del mundo real.

El siguiente ejemplo de código muestra cómo evaluar su LLM utilizando el algoritmo de conocimiento 
fáctico:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.factual_knowledge import FactualKnowledge, 
 FactualKnowledgeConfig

eval_algo = FactualKnowledge(FactualKnowledgeConfig())
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Estereotipos rápidos

Puede ejecutar el algoritmo de estereotipado rápido para una generación abierta. Para 
ejecutar el algoritmo de creación rápida de estereotipos, DataConfig debe identificar las 
columnas del conjunto de datos de entrada que contienen una oración menos estereotipada
sent_less_input_location y otra más estereotipada dentro. sent_more_output_location
Para obtener más información al respectoDataConfig, consulta la sección 2 anterior. Configure 
(Configuración)ModelRunner. A continuación, llame al evaluate método e introduzca los 
parámetros que desee.

Los estereotipos rápidos devuelven una lista de EvalOutput objetos que contienen una puntuación 
para cada registro de entrada y puntuaciones generales para cada tipo de sesgo. Las puntuaciones 
se calculan comparando la probabilidad de las oraciones más y menos estereotipadas. La 
puntuación general indica la frecuencia con la que el modelo prefirió la oración estereotipada, ya 
que el modelo asigna una mayor probabilidad a la oración más estereotipada en comparación con 
la menos estereotipada. Una puntuación de 0 0.5 indica que su modelo es imparcial o que prefiere 
más y menos oraciones estereotipadas a tasas iguales. Una puntuación superior a 1 0.5 indica que 
es probable que el modelo genere una respuesta más estereotipada. Las puntuaciones inferiores a
0.5 1 indican que es probable que el modelo genere una respuesta menos estereotipada.

El siguiente ejemplo de código muestra cómo evaluar su LLM mediante el algoritmo de estereotipado 
rápido:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.prompt_stereotyping import PromptStereotyping
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eval_algo = PromptStereotyping()
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Robustez semántica

Puede ejecutar un algoritmo de solidez semántica para cualquier tarea de FMEval, sin embargo, su 
modelo debe ser determinista. Un modelo determinista es aquel que siempre genera la misma salida 
para la misma entrada. Por lo general, se puede lograr el determinismo estableciendo una semilla 
aleatoria en el proceso de decodificación. Los algoritmos son diferentes para cada tarea a fin de 
adaptarse a los diferentes tipos y problemas de entrada de datos de la siguiente manera:

• Para la generación abierta, la respuesta a preguntas o la clasificación de tareas, ejecute el
GeneralSemanticRobustness algoritmo con un GeneralSemanticRobustnessConfig
archivo.

• Para resumir el texto, ejecute el SummarizationAccuracySemanticRobustness algoritmo 
con un SummarizationAccuracySemanticRobustnessConfig archivo.

El GeneralSemanticRobustness algoritmo devuelve una lista de EvalScore objetos con 
precisión, con valores comprendidos entre las salidas del modelo perturbadas 0 e imperturbables, 
que 1 cuantifican la diferencia entre ellas. Para ejecutar el algoritmo de robustez semántica general, 
cree una instancia de a y pase a. GeneralSemanticRobustnessConfig perturbation_type
Puede elegir una de las siguientes opciones para: perturbation_type

• Butterfinger— Una perturbación que imita los errores ortográficos mediante el intercambio 
de caracteres en función de la distancia del teclado. Introduce la probabilidad de que un carácter 
determinado esté perturbado. Butterfinger es el valor predeterminado de. perturbation_type

• RandomUpperCase— Una perturbación que cambia una fracción de caracteres a mayúsculas. 
Introduzca un decimal de a0. 1

• WhitespaceAddRemove— La probabilidad de que se añada un carácter de espacio en blanco 
delante de un carácter que no sea de espacio en blanco y se convierta en blanco.

También puede especificar los siguientes parámetros:

• num_perturbations— El número de perturbaciones que debe introducir cada muestra en el 
texto generado. El valor predeterminado es 5.
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• butter_finger_perturbation_prob— La probabilidad de que un personaje se 
vea perturbado. Solo se usa cuando perturbation_type es Butterfinger. El valor 
predeterminado es 0.1.

• random_uppercase_corrupt_proportion— La fracción de caracteres que se va a cambiar 
a mayúsculas. Solo se usa cuando perturbation_type es RandomUpperCase. El valor 
predeterminado es 0.1.

• whitespace_add_prob— Dado un espacio en blanco, la probabilidad de eliminarlo de una 
muestra. Solo se usa cuando perturbation_type es WhitespaceAddRemove. El valor 
predeterminado es 0.05.

• whitespace_remove_prob— Dado un espacio que no es blanco, la probabilidad de 
añadir un espacio en blanco delante de él. Solo se usa cuando perturbation_type es
WhitespaceAddRemove. El valor predeterminado es 0.1.

Por último, llama al evaluate método y pasa los parámetros que desees, tal y como se muestra en 
el siguiente ejemplo de código:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.general_semantic_robustness import 
 GeneralSemanticRobustness, GeneralSemanticRobustnessConfig

eval_algo = 
 GeneralSemanticRobustness(GeneralSemanticRobustnessConfig(perturbation_type="RandomUpperCase",num_perturbations=2,random_uppercase_corrupt_proportion=0.3)))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

El SummarizationAccuracySemanticRobustness algoritmo devuelve una lista de EvalScore
objetos que contienen la diferencia (o delta) entre los BERTScorevalores ROUGE-NMeteor, y 
entre los resúmenes generados y los de referencia. Para obtener más información sobre estas 
puntuaciones, consulte la sección de resumen de texto en. Descripción general de la evaluación 
del modelo básico Para ejecutar el algoritmo de solidez semántica del resumen de texto, cree 
una instancia de a y pase a. SummarizationAccuracySemanticRobustnessConfig
perturbation_type

Puede elegir una de las siguientes opciones para: perturbation_type

• Butterfinger— Una perturbación que imita los errores ortográficos mediante el intercambio 
de caracteres en función de la distancia del teclado. Introduce la probabilidad de que un carácter 
determinado esté perturbado. Butterfingeres el valor por defecto deperturbation_type.
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• RandomUpperCase— Una perturbación que cambia una fracción de caracteres a mayúsculas. 
Introduzca un decimal de a0. 1

• WhitespaceAddRemove— Introduzca la probabilidad de que se añada un carácter de espacio en 
blanco delante de un carácter que no sea de espacio en blanco y pase a blanco.

También puede especificar los siguientes parámetros:

• num_perturbations— El número de perturbaciones que debe introducir cada muestra en el 
texto generado. El valor predeterminado es 5.

• butter_finger_perturbation_prob— La probabilidad de que un personaje se 
vea perturbado. Solo se usa cuando perturbation_type es Butterfinger. El valor 
predeterminado es 0.1.

• random_uppercase_corrupt_proportion— La fracción de caracteres que se va a cambiar 
a mayúsculas. Solo se usa cuando perturbation_type es RandomUpperCase. El valor 
predeterminado es 0.1.

• whitespace_add_prob— Dado un espacio en blanco, la probabilidad de eliminarlo de una 
muestra. Solo se usa cuando perturbation_type es WhitespaceAddRemove. El valor 
predeterminado es 0.05.

• whitespace_remove_prob— Dado un espacio que no es blanco, la probabilidad de 
añadir un espacio en blanco delante de él. Se usa solo cuando perturbation_type
esWhitespaceAddRemove, el valor predeterminado es0.1.

• rouge_type— Métricas que comparan los resúmenes generados con los resúmenes de 
referencia. Especifica el tipo de ROUGEmétrica que quieres usar en tu evaluación. rouge_type
Puede elegirrouge1,rouge2, orougeL. ROUGE-1compara los resúmenes generados y los 
resúmenes de referencia mediante unigramas superpuestos (secuencias de un elemento, como 
«el» o «es»). ROUGE-2compara los resúmenes generados y los de referencia mediante bigramas 
(grupos de dos secuencias, como «lo grande» o «es el hogar»). ROUGE-Lcompara la secuencia 
de palabras coincidente más larga. Para obtener más informaciónROUGE, consulte ROUGE: A 
Package for Automatic Evaluation of Summaries.

• Establezca user_stemmer_for_rouge en True o False. Un derivador elimina los afijos de 
las palabras antes de compararlas. Por ejemplo, una rastrilladora elimina los afijos de «nadar» y 
«nadar» para que ambos sean «nadar» después de la derivación.

• model_type_for_bertscoreDefina el modelo que desee utilizar para calcular a. BERTScore
Puede elegir ROBERTA_MODEL o el MICROSOFT_DEBERTA_MODEL, más avanzado.
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Llame al evaluate método e introduzca los parámetros que desee, tal y como se muestra en el 
siguiente ejemplo de código:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.summarization_accuracy_semantic_robustness import 
 SummarizationAccuracySemanticRobustness, 
 SummarizationAccuracySemanticRobustnessConfig

eval_algo = 
 SummarizationAccuracySemanticRobustness(SummarizationAccuracySemanticRobustnessConfig(perturbation_type="Butterfinger",num_perturbations=3,butter_finger_perturbation_prob=0.2)))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Toxicidad

Puede ejecutar un algoritmo de toxicidad para la generación abierta, el resumen del texto o la 
respuesta a preguntas. Hay tres clases distintas según la tarea.

• Para una generación abierta, ejecute el algoritmo de toxicidad con un ToxicityConfig archivo.

• Para resumir, utilice la clase. Summarization_Toxicity

• Para responder a preguntas, utilice la claseQAToxicity.

El algoritmo de toxicidad devuelve una o más listas de EvalScore objetos (según el detector de 
toxicidad) que contienen puntuaciones comprendidas entre 0 y1. Para ejecutar el algoritmo de 
toxicidad, cree una instancia de un modelo de toxicidad ToxicityConfig y pase un modelo de 
toxicidad para usarlo como comparación con el modelo. model_type Puede elegir lo siguiente para:
model_type

• «detoxify» para UnitaryAI Detoxify-Unbiased, un clasificador de textos con múltiples etiquetas 
formado en el Toxic Comment Classification Challenge y en Jigsaw Unintended Bias in Toxicity
Classification. El modelo proporciona 7 puntuaciones para las siguientes clases: toxicidad, 
toxicidad grave, obscenidad, amenaza, insulto, expresión sexual explícita y ataque a la identidad.

El siguiente es un ejemplo del resultado del modelo de desintoxicación:

EvalScore(name='toxicity', value=0.01936926692724228), 
  
EvalScore(name='severe_toxicity', value=3.3755677577573806e-06), 
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EvalScore(name='obscene', value=0.00022437423467636108), 
  
EvalScore(name='identity_attack', value=0.0006707844440825284), 
  
EvalScore(name='insult', value=0.005559926386922598), 
  
EvalScore(name='threat', value=0.00016682750720065087), 
  
EvalScore(name='sexual_explicit', value=4.828436431125738e-05)

• «toxígeno» para toxígeno-Roberta, un clasificador de texto binario basado en Roberta que se ha 
ajustado con precisión al ToxiGen conjunto de datos, que contiene frases con una toxicidad sutil e 
implícita relacionadas con grupos minoritarios. 13

Por último, llama al evaluate método e introduce los parámetros que desees, tal y como se 
muestra en el siguiente ejemplo de código.

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.toxicity import Toxicity, ToxicityConfig

eval_algo = Toxicity(ToxicityConfig(model_type="detoxify"))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Personalice su flujo de trabajo mediante la fmeval biblioteca

Foundation Model Evaluations (FMEval) se encuentra en una versión preliminar de Amazon 
SageMaker Clarify y está sujeta a cambios.

Important

Para poder utilizar SageMaker Clarify Foundation Model Evaluations, debe actualizarse 
a la nueva experiencia de Studio. A partir del 30 de noviembre de 2023, la experiencia 
anterior de Amazon SageMaker Studio pasa a denominarse Amazon SageMaker Studio 
Classic. La función de evaluación básica solo se puede utilizar en la experiencia actualizada. 
Para obtener información sobre cómo actualizar Studio, consulteMigración desde Amazon 
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SageMaker Studio Classic. Para obtener información sobre el uso de la aplicación Studio 
Classic, consulteAmazon SageMaker Studio Clásico.

Puede personalizar la evaluación de su modelo para incluir un modelo que no sea un modelo 
de Amazon Bedrock SageMaker JumpStart o utilizar un flujo de trabajo personalizado para la 
evaluación. Si usa su propio modelo, debe crear uno personalizadoModelRunner. Si utiliza su 
propio conjunto de datos para la evaluación, debe configurar un DataConfig objeto. En la siguiente 
sección, se muestra cómo formatear el conjunto de datos de entrada, personalizar un DataConfig
objeto para usar el conjunto de datos personalizado y crear uno personalizadoModelRunner.

Usa un conjunto de datos de entrada personalizado

Si desea usar su propio conjunto de datos para evaluar su modelo, debe usar un DataConfig
objeto para especificar el conjunto de datos que desea evaluar dataset_name y el conjunto
dataset_uri de datos que desea evaluar. Si utiliza un conjunto de datos integrado, el
DataConfig objeto ya está configurado como predeterminado para los algoritmos de evaluación.

Puede utilizar un conjunto de datos personalizado cada vez que utilice la evaluate función. Puede 
invocar evaluate cualquier número de veces para usar el número de conjuntos de datos que 
desee.

Configure un conjunto de datos personalizado con la solicitud de modelo especificada en la columna 
de preguntas y la respuesta objetivo especificada en la respuesta de la columna, de la siguiente 
manera:

from fmeval.data_loaders.data_config import DataConfig
from fmeval.constants import MIME_TYPE_JSONLINES

config = DataConfig( 
    dataset_name="tiny_dataset", 
    dataset_uri="tiny_dataset.jsonl", 
    dataset_mime_type=MIME_TYPE_JSONLINES, 
    model_input_location="question", 
    target_output_location="answer",
)

La DataConfig clase contiene los siguientes parámetros:

• dataset_name— El nombre del conjunto de datos que desea utilizar para evaluar su LLM.
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dataset_uri— La ruta local o el identificador uniforme de recursos (URI) a la ubicación S3 de su 
conjunto de datos.

• dataset_mime_type— El formato de los datos de entrada que desea utilizar para evaluar su 
LLM. La biblioteca FMEval puede admitir tanto como. MIME_TYPE_JSON MIME_TYPE_JSONLINES

• model_input_location— (Opcional) El nombre de la columna del conjunto de datos que 
contiene las entradas o solicitudes del modelo que desea evaluar.

Usa uno model_input_location que especifique el nombre de la columna. La columna debe 
contener los siguientes valores correspondientes a las siguientes tareas asociadas:

• Para las evaluaciones abiertas de generación, toxicidad y precisión, especifique la columna que 
contiene la pregunta a la que debe responder el modelo.

• Para una tarea de respuesta a una pregunta, especifique la columna que contiene la pregunta
para la que el modelo debe generar una respuesta.

• Para una tarea de resumen de texto, especifique el nombre de la columna que contiene el texto
que desea que resuma el modelo.

• Para una tarea de clasificación, especifique el nombre de la columna que contiene el texto que 
desea que clasifique el modelo.

• Para una evaluación del conocimiento fáctico, especifique el nombre de la columna que contiene 
la pregunta cuya respuesta desea que el modelo prediga.

• Para las evaluaciones de solidez semántica, especifique el nombre de la columna que contiene 
la entrada que desea que altere el modelo.

• Para realizar evaluaciones rápidas de los estereotipos, utilice sent_more_input_location y 
sent_less_input_location en lugar demodel_input_location, como se muestra en los 
siguientes parámetros.

• model_output_location— (Opcional) El nombre de la columna del conjunto de datos 
que contiene la salida prevista que desea comparar con la salida de referencia que contiene.
target_output_location Si lo proporcionamodel_output_location, FMEval no enviará 
ninguna solicitud de inferencia a su modelo. En su lugar, utiliza el resultado contenido en la 
columna especificada para evaluar el modelo.

• target_output_location— El nombre de la columna del conjunto de datos 
de referencia que contiene el valor real para compararlo con el valor previsto que 
contienemodel_output_location. Necesario únicamente para el conocimiento de los hechos, 
la precisión y la solidez semántica. Para tener un conocimiento fáctico, cada fila de esta columna 
debe contener todas las respuestas posibles separadas por un delimitador. Por ejemplo, si las 
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respuestas a una pregunta son [«Reino Unido», «Inglaterra»], la columna debe contener «Reino 
Unido <OR>Inglaterra». La predicción del modelo es correcta si contiene alguna de las respuestas 
separadas por el delimitador.

• category_location— El nombre de la columna que contiene el nombre de una categoría. Si 
proporciona un valor paracategory_location, las puntuaciones se agregan y se registran para 
cada categoría.

• sent_more_input_location— El nombre de la columna que contiene un mensaje con más 
sesgo. Necesario solo para la creación rápida de estereotipos. Evita los prejuicios inconscientes. 
Para ver ejemplos de sesgo, consulta el conjunto de datos Crows-pairs.

• sent_less_input_location— El nombre de la columna que contiene un mensaje con 
menos sesgo. Necesario únicamente para la creación rápida de estereotipos. Evita los prejuicios 
inconscientes. Para ver ejemplos de sesgo, consulta el conjunto de datos Crows-pairs.

• sent_more_output_location— (Opcional) El nombre de la columna que contiene una 
probabilidad prevista de que la respuesta generada por el modelo contenga más sesgos. Este 
parámetro solo se usa en tareas rápidas de creación de estereotipos.

• sent_less_output_location— (Opcional) El nombre de la columna que contiene la 
probabilidad prevista de que la respuesta generada por el modelo contenga menos sesgos. Este 
parámetro solo se usa en tareas rápidas de creación de estereotipos.

Si desea añadir a la DataConfig clase un nuevo atributo que corresponda a una columna de 
conjunto de datos, debe añadirlo suffix _location al final del nombre del atributo.

Usa un personalizado ModelRunner

Para evaluar un modelo personalizado, utilice una clase de datos base para configurar el modelo y 
crear uno personalizadoModelRunner. A continuación, puede utilizarla ModelRunner para evaluar 
cualquier modelo de lenguaje. Siga los siguientes pasos para definir una configuración de modelo, 
crear una personalizada ModelRunner y probarla.

La ModelRunner interfaz tiene un método abstracto, tal como se indica a continuación:

def predict(self, prompt: str) # Tuple[Optional[str], Optional[float]]

Este método toma una solicitud como entrada de cadena y devuelve una tupla que contiene una 
respuesta de texto modelo y una probabilidad logarítmica de entrada. Cada uno ModelRunner debe 
implementar un predict método.
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Crea un personalizado ModelRunner

1. Defina una configuración de modelo.

El siguiente ejemplo de código muestra cómo aplicar un dataclass decorador a una
HFModelConfig clase personalizada para poder definir una configuración de modelo para un
Hugging Facemodelo:

from dataclasses import dataclass

@dataclass
class HFModelConfig: 
    model_name: str 
    max_new_tokens: int 
    seed: int = 0 
    remove_prompt_from_generated_text: bool = True

En el ejemplo de código anterior, se aplica lo siguiente:

• El parámetro max_new_tokens se usa para limitar la longitud de la respuesta al limitar el 
número de fichas devueltas por un LLM. El tipo de modelo se establece pasando un valor 
para model_name cuando se crea una instancia de la clase. En este ejemplo, el nombre 
del modelo se establece engpt2, como se muestra al final de esta sección. El parámetro
max_new_tokens es una opción para configurar estrategias de generación de texto mediante 
una configuración de gpt2 modelo para un modelo GPT de OpenAI previamente entrenado. 
Consulte AutoConfigpara ver otros tipos de modelos.

• Si el parámetro remove_prompt_from_generated_text está establecido enTrue, la 
respuesta generada no contendrá el mensaje original enviado en la solicitud.

Para ver otros parámetros de generación de texto, consulte la Hugging Facedocumentación de 
GenerationConfig.

2. Cree un método de predicción personalizado ModelRunner e impleméntelo. El siguiente 
ejemplo de código muestra cómo crear una personalización ModelRunner para un Hugging 
Face modelo mediante la HFModelConfig clase creada en el ejemplo de código anterior.

from typing import Tuple, Optional
import torch
from transformers import AutoModelForCausalLM, AutoTokenizer
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from fmeval.model_runners.model_runner import ModelRunner

class HuggingFaceCausalLLMModelRunner(ModelRunner): 
    def __init__(self, model_config: HFModelConfig): 
        self.config = model_config 
        self.model = AutoModelForCausalLM.from_pretrained(self.config.model_name) 
        self.tokenizer = AutoTokenizer.from_pretrained(self.config.model_name) 

    def predict(self, prompt: str) -> Tuple[Optional[str], Optional[float]]: 
        input_ids = self.tokenizer(prompt, 
 return_tensors="pt").to(self.model.device) 
        generations = self.model.generate( 
            **input_ids, 
            max_new_tokens=self.config.max_new_tokens, 
            pad_token_id=self.tokenizer.eos_token_id, 
        ) 
        generation_contains_input = ( 
            input_ids["input_ids"][0] == generations[0][: 
 input_ids["input_ids"].shape[1]] 
        ).all() 
        if self.config.remove_prompt_from_generated_text and not 
 generation_contains_input: 
            warnings.warn( 
                "Your model does not return the prompt as part of its generations. 
 " 
                "`remove_prompt_from_generated_text` does nothing." 
            ) 
        if self.config.remove_prompt_from_generated_text and 
 generation_contains_input: 
            output = self.tokenizer.batch_decode(generations[:, 
 input_ids["input_ids"].shape[1] :])[0] 
        else: 
            output = self.tokenizer.batch_decode(generations, 
 skip_special_tokens=True)[0] 

        with torch.inference_mode(): 
            input_ids = self.tokenizer(self.tokenizer.bos_token + prompt, 
 return_tensors="pt")["input_ids"] 
            model_output = self.model(input_ids, labels=input_ids) 
            probability = -model_output[0].item() 

        return output, probability
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El código anterior usa una HuggingFaceCausalLLMModelRunner clase personalizada que 
hereda las propiedades de la clase FMEvalModelRunner. La clase personalizada contiene un 
constructor y una definición para una función de predicción, que devuelve un. Tuple

Para ver más ModelRunner ejemplos, consulta la sección model_runner de la fmeval
biblioteca.

El HuggingFaceCausalLLMModelRunner constructor contiene las siguientes definiciones:

• La configuración se establece enHFModelConfig, como se define al principio de esta 
sección.

• El modelo se establece en un modelo previamente entrenado de la clase Hugging Face Auto
que se especifica mediante el parámetro model_name en el momento de la instanciación.

• El tokenizador se establece en una clase de la biblioteca de Hugging Facetokenizadores que 
coincide con el modelo preentrenado especificado por. model_name

El predict método de la HuggingFaceCausalLLMModelRunner clase usa las siguientes 
definiciones:

• input_ids— Variable que contiene entradas para el modelo. El modelo genera la entrada de 
la siguiente manera.

• A tokenizer Convierte la solicitud contenida en él prompt en identificadores de token 
(ID). El modelo puede utilizar directamente estos ID de token, que son valores numéricos 
que representan un token específico (palabra, subpalabra o carácter), como entrada. Los 
ID del token se devuelven como objetos PyTorch tensoriales, según lo especificado por.
return_tensors="pt" Para ver otros tipos de tensores de retorno, consulta la Hugging 
Face documentación de apply_chat_template.

• Los identificadores de token se envían a un dispositivo en el que se encuentra el modelo 
para que el modelo pueda utilizarlos.

• generations— Una variable que contiene la respuesta generada por su LLM. La función de 
generación del modelo utiliza las siguientes entradas para generar la respuesta:

• La input_ids del paso anterior.

• El parámetro max_new_tokens especificado enHFModelConfig.

• A pad_token_id añade un token de fin de oración (eos) a la respuesta. Para ver otros 
tokens que puedes usar, consulta la Hugging Face documentación de PreTrainedTokenizer.
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• generation_contains_input— Variable booleana que True se devuelve cuando la 
respuesta generada incluye la solicitud de entrada en su respuesta, o en caso contrario.
False El valor devuelto se calcula mediante una comparación por elementos entre los 
siguientes elementos.

• Todos los identificadores de los símbolos de la solicitud de entrada que están contenidos 
en. input_ids["input_ids"][0]

• El principio del contenido generado que se incluye engenerations[0][: 
input_ids["input_ids"].shape[1]].

El predict método devuelve una advertencia si has indicado el LLM
remove_prompt_from_generated_text en tu configuración, pero la respuesta generada 
no contiene el mensaje de entrada.

El resultado del predict método contiene una cadena devuelta por el batch_decode
método, que convierte los identificadores de token devueltos en la respuesta en 
texto legible por humanos. Si especificó remove_prompt_from_generated_text
comoTrue, la solicitud de entrada se eliminará del texto generado. Si especificó
remove_prompt_from_generated_text comoFalse, el texto generado se devolverá sin 
ningún elemento especial que haya incluido en el diccionariospecial_token_dict, tal y 
como se especifica enskip_special_tokens=True.

3. Pon a prueba tuModelRunner. Envíe una solicitud de muestra a su modelo.

El siguiente ejemplo muestra cómo probar un modelo utilizando el modelo gpt2 previamente 
entrenado de la Hugging Face AutoConfig clase:

hf_config = HFModelConfig(model_name="gpt2", max_new_tokens=32)
model = HuggingFaceCausalLLMModelRunner(model_config=hf_config)

En el ejemplo de código anterior, model_name especifica el nombre del modelo previamente 
entrenado. La HFModelConfig clase se crea como hf_config con un valor para el parámetro
max_new_tokens y se usa para inicializar. ModelRunner

Si quieres usar otro modelo previamente entrenado, elige uno de los siguientes. Hugging Face
pretrained_model_name_or_path from_pretrained AutoClass

Por último, prueba tu. ModelRunner Envía una solicitud de muestra a tu modelo como se 
muestra en el siguiente ejemplo de código:
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model_output = model.predict("London is the capital of?")[0]
print(model_output)
eval_algo.evaluate_sample()

Tutoriales de cuadernos

Foundation Model Evaluations (FMEval) se encuentra en una versión preliminar de Amazon 
SageMaker Clarify y está sujeta a cambios.

Important

Para poder utilizar SageMaker Clarify Foundation Model Evaluations, debe actualizarse 
a la nueva experiencia de Studio. A partir del 30 de noviembre de 2023, la experiencia 
anterior de Amazon SageMaker Studio pasa a denominarse Amazon SageMaker Studio 
Classic. La función de evaluación básica solo se puede utilizar en la experiencia actualizada. 
Para obtener información sobre cómo actualizar Studio, consulteMigración desde Amazon 
SageMaker Studio Classic. Para obtener información sobre el uso de la aplicación Studio 
Classic, consulteAmazon SageMaker Studio Clásico.

En esta sección se proporcionan los siguientes tutoriales para cuadernos, que incluyen ejemplos de 
código y explicaciones:

• Cómo evaluar un SageMaker JumpStart modelo para estereotipar rápidamente.

• Cómo evaluar la precisión del resumen de texto de un modelo de Amazon Bedrock.

¿Cómo evaluar un SageMaker JumpStart modelo para la creación rápida de estereotipos

Puedes usar un ModelRunner envoltorio de alto nivel para evaluar un SageMaker JumpStart 
modelo de Amazon para crear estereotipos rápidamente. El algoritmo de estereotipado rápido mide 
la probabilidad de que el modelo codifique sesgos en su respuesta. Estos sesgos incluyen los de 
raza, género, orientación sexual, religión, edad, nacionalidad, discapacidad, apariencia física y nivel 
socioeconómico.
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Este tutorial muestra cómo cargar el modelo Falcon 7-B del Instituto de Innovación Tecnológica, 
disponible en SageMaker JumpStart, y cómo solicitar a este modelo que genere respuestas a las 
solicitudes. A continuación, en este tutorial se muestra cómo evaluar las respuestas para crear 
estereotipos rápidamente comparándolas con el conjunto de datos de desafíos de código abierto 
integrado en Crows-pairs.

En las secciones de este tutorial se muestra cómo hacer lo siguiente:

• Configurar su entorno de

• Ejecute la evaluación del modelo.

• Vea los resultados de su análisis.

Configurar el entorno

Requisitos previos

• Utilice un entorno de kernel base Python 3.10 y una instancia de ml.g4dn.2xlarge Amazon 
Elastic Compute Cloud (Amazon EC2) antes de comenzar este tutorial.

Para obtener más información sobre los tipos de instancias y sus casos de uso recomendados, 
consulte. Tipos de instancias de Studio Classic disponibles

Instala las bibliotecas necesarias

1. Instale las bibliotecas SageMakerfmeval, y otras bibliotecas necesarias en el código de la 
siguiente manera:

!pip3 install sagemaker
!pip3 install -U pyarrow
!pip3 install -U accelerate
!pip3 install "ipywidgets>=8"
!pip3 install jsonlines
!pip install fmeval
!pip3 install boto3==1.28.65
import sagemaker

2. Descarga el JSON Lines conjunto de datos de muestra crows-pairs_sample.jsonl en tu 
directorio de trabajo actual.
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3. Compruebe que su entorno contiene el archivo de entrada de muestra mediante el siguiente 
código:

import glob

# Check for fmeval wheel and built-in dataset
if not glob.glob("crows-pairs_sample.jsonl"): 
    print("ERROR - please make sure file exists: crows-pairs_sample.jsonl") 
                         

4. Defina un SageMaker JumpStart modelo de la siguiente manera:

from sagemaker.jumpstart.model import JumpStartModel

model_id, model_version, = (
"huggingface-llm-falcon-7b-instruct-bf16",
"*",
)

5. Implemente el SageMaker JumpStart modelo y cree un punto final de la siguiente manera:

my_model = JumpStartModel(model_id=model_id)
predictor = my_model.deploy()
endpoint_name = predictor.endpoint_name

6. Defina una solicitud y el formato de la solicitud de modelo, o carga útil, de la siguiente manera:

prompt = "London is the capital of"
payload = { 
    "inputs": prompt, 
    "parameters": { 
        "do_sample": True, 
        "top_p": 0.9, 
        "temperature": 0.8, 
        "max_new_tokens": 1024, 
        "decoder_input_details" : True, 
        "details" : True 
    },
}

En el ejemplo de código anterior, se incluyen los siguientes parámetros en la solicitud de 
modelo:
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• do_sample— Indica al modelo que tome muestras de los resultados sin procesar del modelo 
(antes de la normalización) durante la inferencia del modelo para introducir diversidad 
y creatividad en las respuestas del modelo. El valor predeterminado es False. Si se 
establece do_sample enTrue, debe especificar un valor para uno de los siguientes 
parámetros:temperature, top_ktop_p, o. typical_p

• top_p— Controla la aleatoriedad limitando el conjunto de fichas a tener en cuenta a la hora 
de generar la siguiente ficha. Los valores más altos top_p permiten un conjunto que contenga 
un vocabulario más amplio. Los valores más bajos restringen el conjunto de fichas a palabras 
más probables. Los rangos para top_p son mayores 0 y menores que1.

• temperature— Controla la aleatoriedad del texto generado. Los valores más altos
temperature de indican al modelo que genere respuestas más aleatorias y diversas. Los 
valores más bajos generan respuestas más predecibles. Los valores de temperature deben 
ser positivos.

• max_new_tokens— Limita la longitud de la respuesta al limitar la cantidad de fichas 
devueltas por el modelo. El valor predeterminado es 20.

• decoder_input_details— Devuelve información sobre las probabilidades logarítmicas 
asignadas por el modelo a cada posible siguiente token y los identificadores de token 
correspondientes. Si decoder_input_details está establecido enTrue, también debe
details configurarlo True en para recibir los detalles solicitados. El valor predeterminado es
False.

Para obtener más información sobre los parámetros de este Hugging Face modelo, consulte
types.py.

Envíe un ejemplo de solicitud de inferencia

Para probar su modelo, envíe una solicitud de muestra a su modelo e imprima la respuesta del 
modelo de la siguiente manera:

response = predictor.predict(payload)
print(response[0]["generated_text"])

En el ejemplo de código anterior, si el modelo proporcionó la respuesta[{"response": "this is 
the output"}], se devuelve la print declaraciónthis is the output.
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Configura FMEval

1. Cargue las bibliotecas necesarias para ejecutar FMEval de la siguiente manera:

import fmeval
from fmeval.data_loaders.data_config import DataConfig
from fmeval.model_runners.sm_jumpstart_model_runner import JumpStartModelRunner
from fmeval.constants import MIME_TYPE_JSONLINES
from fmeval.eval_algorithms.prompt_stereotyping import PromptStereotyping, 
 PROMPT_STEREOTYPING
from fmeval.eval_algorithms import EvalAlgorithm

2. Configure la configuración de datos para su conjunto de datos de entrada.

Si no utilizas un conjunto de datos integrado, la configuración de datos debe identificar la 
columna que contiene más sesgossent_more_input_location. También debe identificar la 
columna que contiene menos sesgosent_less_input_location. Si utiliza un conjunto de 
datos integrado de SageMaker JumpStart, estos parámetros se transfieren automáticamente a 
FMEval a través de los metadatos del modelo.

Especifique las sent_less_input_location columnas sent_more_input_location
y para una tarea rápida de creación de estereotipos, el nombre, el identificador uniforme de 
recursos (URI) y el tipo. MIME

config = DataConfig( 
    dataset_name="crows-pairs_sample", 
    dataset_uri="crows-pairs_sample.jsonl", 
    dataset_mime_type=MIME_TYPE_JSONLINES, 
    sent_more_input_location="sent_more", 
    sent_less_input_location="sent_less", 
    category_location="bias_type",
)

Para obtener más información sobre la información de columnas que requieren otras tareas, 
consulte la sección Usar un conjunto de datos de entrada personalizado enUsa un conjunto de 
datos de entrada personalizado.

3. Configura una personalizada ModelRunner como se muestra en el siguiente ejemplo de código:

js_model_runner = JumpStartModelRunner( 
    endpoint_name=endpoint_name, 
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    model_id=model_id, 
    model_version=model_version, 
    output='[0].generated_text', 
    log_probability='[0].details.prefill[*].logprob', 
    content_template='{"inputs": $prompt, "parameters":  
    {"do_sample": true, "top_p": 0.9, "temperature": 0.8, "max_new_tokens": 1024,  
    "decoder_input_details": true,"details": true}}',
)

El ejemplo de código anterior especifica lo siguiente:

• endpoint_name— El nombre del punto final que creó en el paso anterior de instalar las 
bibliotecas requeridas.

• model_id— El identificador utilizado para especificar el modelo. Este parámetro se especificó 
cuando se definió el SageMaker JumpStart modelo.

• model_version— La versión del modelo utilizada para especificarlo. Este parámetro se 
especificó cuando se definió el SageMaker JumpStart modelo.

• output— Captura la salida del modelo Falcon 7b, que devuelve su respuesta en una
generated_text clave. Si su modelo proporcionó la respuesta[{"generated_text": 
"this is the output"}], entonces [0].generated_text regresa. this is the 
output

• log_probability— Captura la probabilidad logarítmica devuelta por este SageMaker 
JumpStart modelo.

• content_template— Especifica cómo interactúa el modelo con las solicitudes. La 
plantilla de configuración del ejemplo se detalla únicamente para explicar el ejemplo anterior 
y no es obligatoria. Los parámetros de la plantilla de contenido son los mismos que los 
declaradospayload. Para obtener más información sobre los parámetros de este Hugging 
Face modelo, consulte types.py.

4. Configure el informe de evaluación y guárdelo en un directorio como se muestra en el siguiente 
código de ejemplo:

import os
eval_dir = "results-eval-prompt-stereotyping"
curr_dir = os.getcwd()
eval_results_path = os.path.join(curr_dir, eval_dir) + "/"
os.environ["EVAL_RESULTS_PATH"] = eval_results_path
if os.path.exists(eval_results_path): 
    print(f"Directory '{eval_results_path}' exists.")
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else: 
    os.mkdir(eval_results_path)

5. Configure un factor de paralelización de la siguiente manera:

os.environ["PARALLELIZATION_FACTOR"] = "1"

A PARALLELIZATION_FACTOR es un multiplicador del número de lotes simultáneos enviados a 
la instancia de cómputo. Si tu hardware permite la paralelización, puedes configurar este número 
para multiplicar el número de invocaciones para tu trabajo de evaluación. Por ejemplo, si tiene
100 invocaciones y PARALLELIZATION_FACTOR está configurado en, su trabajo ejecutará las
2 invocaciones. 200 Puede PARALLELIZATION_FACTOR aumentar o eliminar la 10 variable 
por completo. Para leer un blog sobre cómo utiliza AWS Lambda, PARALLELIZATION_FACTOR
consulte Nuevos controles de escalado de AWS Lambda para las fuentes de eventos de Kinesis
y DynamoDB.

Realice la evaluación de su modelo

1. Defina su algoritmo de evaluación. El siguiente ejemplo muestra cómo definir un
PromptStereotyping algoritmo:

eval_algo = PromptStereotyping()

Para ver ejemplos de algoritmos que calculan métricas para otras tareas de evaluación, consulte
Evalúe su modelo enUtilice la fmeval biblioteca para ejecutar una evaluación automática.

2. Ejecute su algoritmo de evaluación. El siguiente ejemplo de código utiliza el modelo y la 
configuración de datos que se definieron previamente y una prompt_template que se utiliza
feature para pasar la solicitud al modelo de la siguiente manera:

eval_output = eval_algo.evaluate(model=js_model_runner, dataset_config=config,  
prompt_template="$feature", save=True)

El resultado del modelo puede ser diferente del resultado del ejemplo anterior.
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Vea los resultados de su análisis

1. Analice un informe de evaluación a partir del eval_output objeto devuelto por el algoritmo de 
evaluación de la siguiente manera:

import json
print(json.dumps(eval_output, default=vars, indent=4))

El comando anterior devuelve el siguiente resultado (resumido para mayor brevedad):

[ 
    { 
        "eval_name": "prompt_stereotyping", 
        "dataset_name": "crows-pairs_sample", 
        "dataset_scores": [ 
            { 
                "name": "prompt_stereotyping", 
                "value": 0.6666666666666666 
            } 
        ], 
        "prompt_template": "$feature", 
        "category_scores": [ 
            { 
                "name": "disability", 
                "scores": [ 
                    { 
                        "name": "prompt_stereotyping", 
                        "value": 0.5 
                    } 
                ] 
            }, 
            ... 
        ], 
        "output_path": "/home/sagemaker-user/results-eval-prompt-stereotyping/
prompt_stereotyping_crows-pairs_sample.jsonl", 
        "error": null 
    }
]

El resultado del ejemplo anterior muestra una puntuación general para el conjunto de datos 
siguiente"name": prompt_stereotyping. Esta puntuación es la diferencia normalizada en 
las probabilidades logarítmicas entre la respuesta del modelo que proporciona más o menos 
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sesgo. Si la puntuación es superior a0.5, significa que es más probable que la respuesta del 
modelo arroje una respuesta que contenga más sesgo. Si la puntuación es inferior a0.5, es más 
probable que el modelo devuelva una respuesta que contenga menos sesgo. Si la puntuación 
es0.5, la respuesta del modelo no contiene el sesgo medido por el conjunto de datos de 
entrada. Utilizará el output_path para crear un Pandas DataFrame en el siguiente paso.

2. Importe sus resultados y léalos en unDataFrame, y adjunte las puntuaciones de estereotipado 
indicativas a la entrada del modelo, a la salida del modelo y a la salida objetivo de la siguiente 
manera:

import pandas as pd
data = []
with open(os.path.join(eval_results_path,  
"prompt_stereotyping_crows-pairs_sample.jsonl"), "r") as file:
for line in file:
data.append(json.loads(line))
df = pd.DataFrame(data)
df['eval_algo'] = df['scores'].apply(lambda x: x[0]['name'])
df['eval_score'] = df['scores'].apply(lambda x: x[0]['value'])
df

Para ver un cuaderno que contenga los ejemplos de código que se proporcionan en esta 
sección, consulte jumpstart-falcon-stereotyping.ipnyb.

Cómo evaluar la precisión del resumen de texto de un modelo de Amazon Bedrock

Puede utilizar un ModelRunner contenedor de alto nivel para crear una evaluación personalizada 
basada en un modelo alojado fuera de él. SageMaker JumpStart

En este tutorial se muestra cómo cargar el modelo Anthropic Claude 2, que está disponible en 
Amazon Bedrock, y cómo pedir a este modelo que resuma las instrucciones de texto. A continuación, 
en este tutorial se muestra cómo evaluar la precisión de la respuesta del modelo utilizando las 
métricas Rouge-L, y Meteor. BERTScore

Los tutoriales muestran cómo hacer lo siguiente:

• Configurar su entorno de

• Ejecute la evaluación del modelo.

• Vea los resultados de su análisis.
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Configurar el entorno

Requisitos previos

• Utilice un entorno de kernel base Python 3.10 y una instancia de ml.m5.2xlarge Amazon 
Elastic Compute Cloud (Amazon EC2) antes de comenzar este tutorial.

Para obtener información adicional sobre los tipos de instancias y sus casos de uso 
recomendados, consulte. Tipos de instancias de Studio Classic disponibles

Configuración de Amazon Bedrock

Antes de poder utilizar un modelo de Amazon Bedrock, debe solicitar acceso a él.

1. Inicie sesión en su. Cuenta de AWS

• Si no tienes una AWS cuenta, consulta Cómo crear una AWS cuenta en Configurar Amazon 
Bedrock.

2. Abra la consola de Amazon Bedrock.

3. En Welcome to Amazon Bedrock! En la sección que se abre, selecciona Administrar el acceso a 
los modelos.

4. En la sección Acceso a modelos que aparece, selecciona Administrar acceso a modelos.

5. En la sección Modelos básicos que aparece, marca la casilla situada junto a Claude que 
aparece en la subsección Antrópica de Modelos.

6. Selecciona Solicitar acceso al modelo.

7. Si la solicitud se ha realizado correctamente, aparecerá una marca de verificación que indique 
que se ha concedido el acceso en el estado del acceso, junto al modelo seleccionado.

8. Es posible que tengas que volver Cuenta de AWS a iniciar sesión para poder acceder al modelo.

Instale las bibliotecas necesarias

1. En el código, instala las boto3 bibliotecas fmeval y de la siguiente manera:

!pip install fmeval
!pip3 install boto3==1.28.65

2. Importe bibliotecas, establezca un factor de paralelización e invoque un cliente de Amazon 
Bedrock de la siguiente manera:
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import boto3
import json
import os

# Dependent on available hardware and memory
os.environ["PARALLELIZATION_FACTOR"] = "1"

# Bedrock clients for model inference
bedrock = boto3.client(service_name='bedrock')
bedrock_runtime = boto3.client(service_name='bedrock-runtime')

En el ejemplo de código anterior, se aplica lo siguiente:

• PARALLELIZATION_FACTOR— Un multiplicador del número de lotes simultáneos enviados 
a la instancia de cómputo. Si tu hardware permite la paralelización, puedes configurar este 
número para multiplicar por el número de invocaciones de tu trabajo de evaluación. Por 
ejemplo, si tiene 100 invocaciones y PARALLELIZATION_FACTOR está configurado en, su 
trabajo ejecutará las 2 invocaciones. 200 Puede PARALLELIZATION_FACTOR aumentar 
o eliminar la 10 variable por completo. Para leer un blog sobre cómo utiliza AWS Lambda,
PARALLELIZATION_FACTOR consulte Nuevos controles de escalado de AWS Lambda para 
las fuentes de eventos de Kinesis y DynamoDB.

3. Descargue el JSON Lines conjunto de datos de muestra, xsum_sample.jsonl, en su directorio 
de trabajo actual.

4. Compruebe que su entorno contiene el archivo de entrada de muestra de la siguiente manera:

import glob

# Check for the built-in dataset
if not glob.glob("xsum_sample.jsonl"): 
    print("ERROR - please make sure file exists: xsum_sample.jsonl")

Envíe un ejemplo de solicitud de inferencia a su modelo

1. Defina el modelo y el MIME tipo de solicitud. En el caso de un modelo de Anthropic Claude 2
alojado en Amazon Bedrock, el mensaje debe estar estructurado de la siguiente manera:

import json
model_id = 'anthropic.claude-v2'
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accept = "application/json"
contentType = "application/json"
# Ensure that your prompt has the correct format
prompt_data = """Human: Who is Barack Obama?
Assistant:
"""

Para obtener más información sobre cómo estructurar el cuerpo de su solicitud, consulte el 
campo Cuerpo de la solicitud de invocación de modelos. Es posible que otros modelos tengan 
formatos diferentes.

2. Envíe una solicitud de muestra a su modelo. El cuerpo de la solicitud contiene el mensaje y 
cualquier parámetro adicional que desee configurar. Un ejemplo de solicitud con el 500 siguiente
max_tokens_to_sample conjunto:

body = json.dumps({"prompt": prompt_data, "max_tokens_to_sample": 500})
response = bedrock_runtime.invoke_model(
body=body, modelId=model_id, accept=accept, contentType=contentType
)
response_body = json.loads(response.get("body").read())
print(response_body.get("completion"))

En el ejemplo de código anterior, puedes configurar los siguientes parámetros:

• temperature— Controla la aleatoriedad del texto generado y acepta valores positivos. Los 
valores más altos temperature indican al modelo que genere respuestas más aleatorias 
y diversas. Los valores más bajos generan respuestas más predecibles. Los rangos para
temperature se encuentran entre 0 y1, con un valor predeterminado de 0,5.

• topP— Controla la aleatoriedad limitando el conjunto de fichas a tener en cuenta al generar 
la siguiente ficha. Los valores más altos topP permiten un conjunto que contenga un 
vocabulario más amplio y los valores más bajos restringen el conjunto de fichas a palabras 
más probables. Los rangos para topP son 0 de 1 0 a, con un valor predeterminado de1.

• topK— Limita las predicciones del modelo a las fichas k más probables. Los valores más 
altos topK permiten respuestas más ingeniosas. Los valores más bajos generan respuestas 
más coherentes. Los rangos de topK son 0 de 500 0 a, con un valor predeterminado de250.

• max_tokens_to_sample— Limita la longitud de la respuesta al limitar la cantidad de fichas 
devueltas por el modelo. Los rangos max_tokens_to_sample son de 0 0 a4096, con un 
valor predeterminado de200.
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• stop_sequences— Especifica una lista de secuencias de caracteres que indican al modelo 
que deje de generar una respuesta. La salida del modelo se detiene la primera vez que 
se encuentra alguna de las cadenas de la lista en la salida. La respuesta no contiene la 
secuencia de parada. Por ejemplo, puede utilizar una secuencia de retorno de vagones para 
limitar la respuesta del modelo a una sola línea. Puede configurar secuencias de hasta 4
paradas.

Para obtener más información sobre los parámetros que puede especificar en una solicitud, 
consulte los modelos Anthropic Claude.

Configure FMEval

1. Cargue las bibliotecas necesarias para ejecutar FMEval de la siguiente manera:

from fmeval.data_loaders.data_config import DataConfig
from fmeval.model_runners.bedrock_model_runner import BedrockModelRunner
from fmeval.constants import MIME_TYPE_JSONLINES
from fmeval.eval_algorithms.summarization_accuracy import SummarizationAccuracy, 
 SummarizationAccuracyConfig

2. Configure la configuración de datos para su conjunto de datos de entrada.

El siguiente ejemplo de entrada proviene de una línea dexsum_sample.jsonl:

{ 
    "document": "23 October 2015 Last updated at 17:44 
        BST\nIt's the highest rating a tropical storm  
        can get and is the first one of this magnitude 
        to hit mainland Mexico since 1959.\nBut how are  
        the categories decided and what do they mean?  
        Newsround reporter Jenny Lawrence explains.", 
    "summary": "Hurricane Patricia has been rated as  
        a category 5 storm.", 
    "id": "34615665",
}

La entrada de ejemplo anterior contiene el texto que se debe resumir dentro de la document
clave. La referencia con la que evaluar la respuesta del modelo está en la summary clave. 
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Debe usar estas claves en la configuración de datos para especificar qué columnas contienen la 
información que FMEval necesita para evaluar la respuesta del modelo.

La configuración de datos debe identificar el texto en el que debe resumirse 
el modelo. model_input_location Debe identificar el valor de referencia 
contarget_output_location.

El siguiente ejemplo de configuración de datos hace referencia al ejemplo de entrada anterior 
para especificar las columnas necesarias para una tarea de resumen de texto, el nombre, el 
identificador uniforme de recursos (URI) y el MIME tipo:

config = DataConfig( 
    dataset_name="xsum_dataset", 
    dataset_uri="xsum_sample.jsonl", 
    dataset_mime_type=MIME_TYPE_JSONLINES, 
    model_input_location="document", 
    target_output_location="summary"
)

Para obtener más información sobre la información de las columnas necesaria para otras 
tareas, consulte la sección Utilizar un conjunto de datos de entrada personalizado enUtilice una 
evaluación automática.

3. Configura una personalizada ModelRunner como se muestra en el siguiente ejemplo de código:

bedrock_model_runner = BedrockModelRunner( 
    model_id=model_id, 
    output='completion', 
    content_template='{"prompt": $prompt, "max_tokens_to_sample": 500}'
)

El ejemplo de código anterior especifica lo siguiente:

• model_id— El identificador utilizado para especificar el modelo.

• output— Captura el resultado del modelo Anthropic Claude 2, que devuelve su respuesta en
completion clave.

• content_template— Especifica cómo interactúa el modelo con las solicitudes. La plantilla 
de configuración del ejemplo se detalla a continuación únicamente para explicar el ejemplo 
anterior, y no es obligatoria.
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• En el content_template ejemplo anterior, se aplica lo siguiente:

• La variable prompt especifica la solicitud de entrada, que captura la solicitud realizada 
por el usuario.

• La variable max_tokens_to_sample especifica el número máximo de fichas para 500
limitar la longitud de la respuesta.

Para obtener más información sobre los parámetros que puede especificar en su solicitud, 
consulte los modelos Anthropic Claude.

El formato del content_template parámetro depende de las entradas y los parámetros 
admitidos por su LLM. En este tutorial, el modelo Claude 2 de Anthropic utiliza lo siguiente:
content_template

   "content_template": "{\"prompt\": $prompt, \"max_tokens_to_sample\": 500}"

Como otro ejemplo, el modelo Falcon 7b puede admitir lo siguiente: content_template

"content_template": "{\"inputs\": $prompt, \"parameters\":{\"max_new_tokens\": 
 \ 
    10, \"top_p\": 0.9, \"temperature\": 0.8}}"

Ejecute la evaluación de su modelo

Defina y ejecute su algoritmo de evaluación

1. Defina su algoritmo de evaluación. El siguiente ejemplo muestra cómo definir un
SummarizationAccuracy algoritmo, que se utiliza para determinar la precisión de las tareas 
de resumen de texto:

eval_algo = SummarizationAccuracy(SummarizationAccuracyConfig())

Para ver ejemplos de algoritmos que calculan métricas para otras tareas de evaluación, consulte
Evalúe su modelo enUtilice la fmeval biblioteca para ejecutar una evaluación automática.

2. Ejecute su algoritmo de evaluación. El siguiente ejemplo de código usa la configuración de datos 
que se definió previamente y una prompt_template que usa las Assistant teclas Human y:

eval_output = eval_algo.evaluate(model=bedrock_model_runner,  
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dataset_config=config,
prompt_template="Human: $feature\n\nAssistant:\n", save=True)

En el ejemplo de código anterior, feature contiene el mensaje en el formato que espera el 
modelo Amazon Bedrock.

Vea los resultados de su análisis

1. Analice un informe de evaluación a partir del eval_output objeto devuelto por el algoritmo de 
evaluación de la siguiente manera:

# parse report
print(json.dumps(eval_output, default=vars, indent=4))

El comando anterior devuelve el siguiente resultado:

[ 
    { 
        "eval_name": "summarization_accuracy", 
        "dataset_name": "xsum_dataset", 
        "dataset_scores": [ 
            { 
                "name": "meteor", 
                "value": 0.2048823008681274 
            }, 
            { 
                "name": "rouge", 
                "value": 0.03557697913367101 
            }, 
            { 
                "name": "bertscore", 
                "value": 0.5406564395678671 
            } 
        ], 
        "prompt_template": "Human: $feature\n\nAssistant:\n", 
        "category_scores": null, 
        "output_path": "/tmp/eval_results/
summarization_accuracy_xsum_dataset.jsonl", 
        "error": null 
    }
]
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El resultado del ejemplo anterior muestra las tres puntuaciones de precisión:
MeteorRougeBERTScore, y, la entradaprompt_template, a category_score si ha 
solicitado una, cualquier error y laoutput_path. Utilizará el output_path para crear un
Pandas DataFrame en el siguiente paso.

2. Importe sus resultados y léalos en unaDataFrame, y adjunte las puntuaciones de precisión a la 
entrada del modelo, a la salida del modelo y a la salida objetivo de la siguiente manera:

import pandas as pd

data = []
with open("/tmp/eval_results/summarization_accuracy_xsum_dataset.jsonl", "r") as 
 file: 
    for line in file: 
        data.append(json.loads(line))
df = pd.DataFrame(data)
df['meteor_score'] = df['scores'].apply(lambda x: x[0]['value'])
df['rouge_score'] = df['scores'].apply(lambda x: x[1]['value'])
df['bert_score'] = df['scores'].apply(lambda x: x[2]['value'])
df

En esta invocación, el ejemplo de código anterior devuelve el siguiente resultado (reducido por 
motivos de brevedad):

model_input     model_output     target_output     prompt     scores     
 meteor_score     rouge_score     bert_score
0     John Edward Bates, formerly of Spalding, Linco...     I cannot make any 
 definitive judgments, as th...     A former Lincolnshire Police officer carried 
 o...     Human: John Edward Bates, formerly of Spalding...     [{'name': 'meteor', 
 'value': 0.112359550561797...     0.112360     0.000000     0.543234 ...
1     23 October 2015 Last updated at 17:44 BST\nIt'...     Here are some key 
 points about hurricane/trop...     Hurricane Patricia has been rated as a 
 categor...     Human: 23 October 2015 Last updated at 17:44 B...     [{'name': 
 'meteor', 'value': 0.139822692925566...     0.139823     0.017621     0.426529 ...
2     Ferrari appeared in a position to challenge un...     Here are the key points 
 from the article:\n\n...     Lewis Hamilton stormed to pole position at the...     
 Human: Ferrari appeared in a position to chall...     [{'name': 'meteor', 'value': 
 0.283411142234671...     0.283411     0.064516     0.597001 ...
3     The Bath-born player, 28, has made 36 appearan...     Okay, let me summarize 
 the key points from th...     Newport Gwent Dragons number eight Ed Jackson ... 
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     Human: The Bath-born player, 28, has made 36 a...     [{'name': 'meteor', 
 'value': 0.089020771513353...     0.089021     0.000000     0.533514 ...
...

El resultado de su modelo puede ser diferente al resultado de la muestra anterior.

Para ver un cuaderno que contenga los ejemplos de código de esta sección, consulte bedrock-
claude-summarization-accuracy.ipnyb.

Cuadernos adicionales

El GitHub directorio fmeval contiene los siguientes ejemplos de cuadernos adicionales:

• bedrock-claude-factual-knowledge.ipnyb: evalúa un modelo antrópico de Claude 2 alojado en 
Amazon Bedrock para obtener conocimiento fáctico.

• byo-model-outputs.ipynb: evalúa un modelo Falcon 7b alojado en él SageMaker JumpStart para 
obtener información objetiva, en el que usted aporta los resultados de su propio modelo en lugar 
de enviar solicitudes de inferencia a su modelo.

• custom_model_runner_chat_gpt.ipnyb: evalúa un modelo personalizado alojado en él para obtener 
conocimiento fáctico. ChatGPT 3.5 Hugging Face

Guía de solución de problemas de FMEval

Foundation Model Evaluations (FMEval) se encuentra en una versión preliminar de Amazon 
SageMaker Clarify y está sujeta a cambios.

Important

Para utilizar SageMaker Clarify Foundation Model Evaluations (FMEval), debe actualizarse a 
la nueva experiencia de Studio.
A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker Studio 
pasa a denominarse Amazon SageMaker Studio Classic. FMEval no está disponible en 
Amazon SageMaker Studio Classic.
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Para obtener información sobre cómo actualizar a la nueva experiencia de Studio, consulte.
Migración desde Amazon SageMaker Studio Classic Para obtener información sobre el uso 
de la aplicación Studio Classic, consulteAmazon SageMaker Studio Clásico.

Si se produce un error al crear una evaluación del modelo básico, utilice la siguiente lista para 
solucionar los problemas de la evaluación. Si necesitas más ayuda, ponte en contacto con AWS 
Supportnuestros foros de AWS desarrolladores de Amazon SageMaker.

Temas

• Error al cargar los datos desde un bucket de Amazon S3

• No se pudo completar el trabajo de procesamiento

• No puedes encontrar las evaluaciones de los modelos básicos en la SageMaker consola

• Su modelo no admite la creación rápida de estereotipos

Error al cargar los datos desde un bucket de Amazon S3

Al crear una evaluación del modelo básico, debe establecer los permisos correctos para el bucket 
de S3 en el que desea almacenar la entrada y la salida del modelo. Si los permisos para compartir 
recursos entre orígenes (CORS) no están configurados correctamente, se SageMaker genera el 
siguiente error:

Error: Failed to put object in s3: Error while uploading object to s3Error: 
Failed to put object in S3: NetworkError when attempting to fetch resource.

Para configurar los permisos de bucket correctos, siga las instrucciones de la sección Configurar su 
entorno en. Utilice una evaluación automática en una interfaz de usuario

No se pudo completar el trabajo de procesamiento

Los motivos más comunes por los que el trabajo de procesamiento no se pudo completar son los 
siguientes:

• Cuota insuficiente

• Memoria insuficiente

• No pasó la comprobación de ping
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Consulte las siguientes secciones para ayudarle a mitigar cada problema.

Cuota insuficiente

Cuando realizas una evaluación del modelo básico para un modelo no implementado, SageMaker 
Clarify implementa tu SageMaker JumpStart modelo de lenguaje grande (LLM) en un SageMaker 
punto final de tu cuenta. Si su cuenta no tiene una cuota suficiente para ejecutar el SageMaker 
JumpStart modelo seleccionado, el trabajo fallará con un. ClientError Para aumentar tu cuota, 
sigue estos pasos:

Solicita un aumento AWS de Service Quotas

1. Recupera el nombre de la instancia, la cuota actual y la cuota necesaria del mensaje de error 
que aparece en pantalla. Por ejemplo, en el siguiente error:

• El nombre de la instancia esml.g5.12xlarge.

• La cuota actual del número siguiente current utilization es 0 instances

• La cuota adicional requerida del número siguiente request delta es1 instances.

El ejemplo de error es el siguiente:

ClientError: An error occurred (ResourceLimitExceeded) when calling 
the CreateEndpoint operation: The account-level service limit 
'ml.g5.12xlarge for endpoint usage' is 0 Instances, with current 
utilization of 0 Instances and a request delta of 1 Instances. Please 
use AWS Service Quotas to request an increase for this quota. If AWS 
Service Quotas is not available, contact AWS support to request an 
increase for this quota

2. Inicie sesión en la consola Service Quotas AWS Management Console y ábrala.

3. En el panel de navegación, en Administrar cuotas, ingresaAmazon SageMaker.

4. Selecciona Ver cuotas.

5. En la barra de búsqueda, debajo de Cuotas de servicio, introduce el nombre de la instancia 
del paso 1. Por ejemplo, utilizando la información incluida en el mensaje de error del paso 1, 
introduzcaml.g5.12xlarge.

6. Elija el nombre de la cuota que aparece junto al nombre de la instancia y termina por él para el 
uso de los puntos finales. Por ejemplo, con la información incluida en el mensaje de error del 
paso 1, elige ml.g5.12xlarge para el uso de los terminales.
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7. Elija Solicitar un aumento a nivel de cuenta.

8. En Aumentar el valor de la cuota, introduce la cuota requerida necesaria a partir de la 
información que aparece en el mensaje de error del paso 1. Introduzca el total de current 
utilization yrequest delta. En el ejemplo anterior, el error current utilization es
0 Instances y request delta es1 Instances. En este ejemplo, solicite una cuota de 1
para suministrar la cuota requerida.

9. Seleccione Request (Solicitar).

10. Seleccione el historial de solicitudes de cuota en el panel de navegación.

11. Cuando el estado cambie de Pendiente a Aprobado, vuelva a ejecutar el trabajo. Puede que 
tengas que actualizar el navegador para ver el cambio.

Para obtener más información sobre cómo solicitar un aumento de la cuota, consulte Solicitar un 
aumento de la cuota.

Memoria insuficiente

Si inicia una evaluación del modelo básico en una instancia de Amazon EC2 que no tiene memoria 
suficiente para ejecutar un algoritmo de evaluación, el trabajo falla y muestra el siguiente error:

The actor is dead because its worker process has died. Worker exit 
type: SYSTEM_ERROR Worker exit detail: Worker unexpectedly exits with 
a connection error code 2. End of file. There are some potential root 
causes. (1) The process is killed by SIGKILL by OOM killer due to high 
memory usage. (2) ray stop --force is called. (3) The worker is crashed 
unexpectedly due to SIGSEGV or other unexpected errors. The actor never ran 
- it was cancelled before it started running.

Para aumentar la memoria disponible para el trabajo de evaluación, cambie la instancia por una 
que tenga más memoria. Si utiliza la interfaz de usuario, puede elegir un tipo de instancia en la
configuración del procesador en el paso 2. Si ejecuta su trabajo dentro de la SageMaker consola, 
abra un espacio nuevo con una instancia con mayor capacidad de memoria.

Para obtener una lista de instancias de Amazon EC2, consulte Tipos de instancias.

Para obtener más información sobre las instancias con mayor capacidad de memoria, consulte
Instancias optimizadas para memoria.
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No pasó la comprobación de ping

En algunos casos, el trabajo de evaluación del modelo básico fallará porque no pasó una 
comprobación de ping al SageMaker implementar el punto final. Si no pasa la prueba de ping, 
aparece el siguiente error:

ClientError: Error hosting endpoint your_endpoint_name: Failed. Reason: The 
primary container for production variant AllTraffic did not pass the ping 
health check. Please check CloudWatch logs for this endpoint..., Job exited 
for model: your_model_name of model_type:  your_model_type

Si su trabajo genera este error, espere unos minutos y vuelva a ejecutarlo. Si el error persiste, ponte 
en contacto con AWSSupport o con los foros de AWS desarrolladores de Amazon SageMaker.

No puedes encontrar las evaluaciones de los modelos básicos en la SageMaker 
consola

Para poder utilizar SageMaker Clarify Foundation Model Evaluations, debes actualizarte a la 
nueva experiencia de Studio. A partir del 30 de noviembre de 2023, la experiencia anterior de 
Amazon SageMaker Studio pasa a denominarse Amazon SageMaker Studio Classic. La función 
de evaluación básica solo se puede utilizar en la experiencia actualizada. Para obtener información 
sobre cómo actualizar Studio, consulteMigración desde Amazon SageMaker Studio Classic. Para 
obtener información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

Su modelo no admite la creación rápida de estereotipos

Solo algunos SageMaker JumpStart modelos admiten la creación rápida de estereotipos. Si 
selecciona un SageMaker JumpStart modelo que no es compatible, aparece el siguiente error:

{"evaluationMetrics":"This model does not support Prompt stereotyping 
evaluation. Please remove that evaluation metric or select another model 
that supports it."}

Si recibe este error, no podrá utilizar el modelo seleccionado en una evaluación básica. SageMaker 
Clarify está trabajando actualmente en la actualización de todos los SageMaker JumpStart modelos 
para facilitar las tareas de creación de estereotipos, de modo que puedan utilizarse en la evaluación 
de un modelo básico.
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Usa SageMaker Clarify para explicar y detectar sesgos

En este tema se describe cómo entender la imparcialidad y la explicabilidad de los modelos, y 
cómo explicar y detectar los sesgos con Amazon SageMaker Clarify. Puede configurar un trabajo 
de procesamiento de SageMaker Clarify para calcular las métricas de sesgo y las atribuciones de 
características y generar informes para la explicabilidad del modelo. SageMaker Los trabajos de 
procesamiento de Clarify se implementan mediante una imagen de contenedor especializada de 
SageMaker Clarify. Las siguientes instrucciones muestran cómo configurar, ejecutar y solucionar 
problemas de un trabajo de procesamiento SageMaker de Clarify y cómo configurar un análisis.

¿Qué es la imparcialidad y la explicabilidad del modelo para las 
predicciones del aprendizaje automático?

Los modelos de aprendizaje automático (ML) ayudan a tomar decisiones en ámbitos como los 
servicios financieros, la sanidad, la educación y los recursos humanos. Los responsables políticos, 
los reguladores y los defensores han creado conciencia sobre los desafíos éticos y políticos que 
plantean el aprendizaje automático y los sistemas basados en datos. Amazon SageMaker Clarify 
puede ayudarlo a comprender por qué su modelo de aprendizaje automático realizó una predicción 
específica y si este sesgo afecta a esta predicción durante el entrenamiento o la inferencia. 
SageMaker Clarify también proporciona herramientas que pueden ayudarle a crear modelos 
de aprendizaje automático menos sesgados y más comprensibles. SageMaker Clarify también 
puede generar informes de gobernanza modelo que puede proporcionar a los equipos de riesgo y 
cumplimiento y a los reguladores externos. Con SageMaker Clarify, puede hacer lo siguiente:

• Detecte el sesgo en las predicciones del modelo y ayude a explicarlas.

• Identifique los tipos de sesgo en los datos previos al entrenamiento.

• Identifique los tipos de sesgo en los datos posteriores al entrenamiento que puedan surgir durante 
el entrenamiento o cuando el modelo esté en producción.

SageMaker Clarify ayuda a explicar cómo sus modelos hacen predicciones utilizando las 
atribuciones de características. También puede monitorear los modelos de inferencia que están 
en producción para detectar el sesgo y la desviación en la atribución de características. Esta 
información puede ayudarle en las siguientes áreas:

• Regulatorio: los responsables políticos y otros reguladores pueden estar preocupados por 
los impactos discriminatorios de las decisiones que utilizan los resultados de los modelos de 
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aprendizaje automático. Por ejemplo, un modelo de aprendizaje automático puede codificar sesgos 
e influir en una decisión automatizada.

• Negocios: los dominios regulados pueden necesitar explicaciones fiables sobre la forma en que 
los modelos de aprendizaje automático hacen predicciones. La explicabilidad de los modelos 
puede ser particularmente importante para las industrias que dependen de la confiabilidad, la 
seguridad y el cumplimiento. Estos pueden incluir los servicios financieros, los recursos humanos, 
la atención médica y el transporte automatizado. Por ejemplo, es posible que las solicitudes de 
préstamo deban explicar a los oficiales de préstamos, a los pronosticadores y a los clientes cómo 
los modelos de aprendizaje automático hacían ciertas predicciones.

• Ciencia de datos: los científicos de datos y los ingenieros de aprendizaje automático pueden 
depurar y mejorar los modelos de aprendizaje automático cuando pueden determinar si un 
modelo hace inferencias basándose en características ruidosas o irrelevantes. También pueden 
comprender las limitaciones de sus modelos y los modos de falla a los que pueden enfrentarse sus 
modelos.

Para ver una entrada de blog que muestre cómo diseñar y crear un modelo completo de aprendizaje 
automático para reclamaciones fraudulentas de automóviles que integre SageMaker Clarify en 
un SageMaker proceso, consulte al arquitecto y cree el ciclo de vida completo del aprendizaje 
automático conAWS: una SageMaker demostración de end-to-end Amazon. En esta entrada del 
blog se explica cómo evaluar y mitigar los sesgos antes y después de la formación, y cómo estas 
características afectan a la predicción del modelo. La entrada del blog contiene enlaces a códigos de 
ejemplo para cada tarea del ciclo de vida del aprendizaje automático.

Mejores prácticas para evaluar la imparcialidad y la explicabilidad en el ciclo de vida 
del aprendizaje automático

La imparcialidad como proceso: las nociones de sesgo y equidad dependen de su aplicación. La 
medición del sesgo y la elección de las métricas de sesgo pueden basarse en consideraciones 
sociales, legales y otras consideraciones no técnicas. La adopción exitosa de enfoques de 
aprendizaje automático que tengan en cuenta la equidad incluye la creación de consenso y el 
logro de la colaboración entre las principales partes interesadas. Estos pueden incluir equipos de 
productos, políticas, legales, de ingeniería, de inteligencia artificial y aprendizaje automático, usuarios 
finales y comunidades.

La imparcialidad y la explicabilidad desde el diseño en el ciclo de vida del aprendizaje automático: 
tenga en cuenta la imparcialidad y la explicabilidad en cada etapa del ciclo de vida del aprendizaje 
automático. Estas etapas incluyen la formación del problema, la construcción del conjunto de datos, 
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la selección de algoritmos, el proceso de entrenamiento del modelo, el proceso de pruebas, la 
implementación, la supervisión y la retroalimentación. Es importante contar con las herramientas 
adecuadas para realizar este análisis. Recomendamos hacer las siguientes preguntas durante el 
ciclo de vida del aprendizaje automático:

• ¿Fomenta el modelo los circuitos de retroalimentación que pueden producir resultados cada vez 
más injustos?

• ¿Es un algoritmo una solución ética al problema?

• ¿Los datos de entrenamiento son representativos de diferentes grupos?

• ¿Hay sesgos en las etiquetas o en las características?

• ¿Es necesario modificar los datos para mitigar el sesgo?

• ¿Es necesario incluir las restricciones de imparcialidad en la función objetivo?

• ¿Se ha evaluado el modelo utilizando métricas de equidad relevantes?

• ¿Hay efectos desiguales entre los usuarios?

• ¿Se implementa el modelo en una población para la que no se capacitó ni evaluó?

Guía de la documentación SageMaker sobre las explicaciones y los sesgos

El sesgo puede producirse y medirse en los datos tanto antes como después de entrenar un modelo. 
SageMaker Clarify puede proporcionar explicaciones para las predicciones de los modelos después 
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del entrenamiento y para los modelos implementados en producción. SageMaker Clarify también 
puede monitorear los modelos en producción para detectar cualquier desviación en sus atribuciones 
explicativas de referencia y calcular las líneas de base cuando sea necesario. La documentación 
para explicar y detectar los sesgos mediante SageMaker Clarify está estructurada de la siguiente 
manera:

• Para obtener información sobre cómo configurar un trabajo de procesamiento de sesgos y 
explicabilidad, consulte. Configurar un trabajo de SageMaker procesamiento de Clarify

• Para obtener información sobre cómo detectar sesgos en el preprocesamiento de los datos 
antes de usarlos para entrenar un modelo, consulte. Detección del sesgo de los datos previos al 
entrenamiento

• Para obtener información sobre cómo detectar los datos posteriores al entrenamiento y el sesgo 
del modelo, consulte. Detecte el sesgo de los datos posteriores al entrenamiento y el modelo

• Para obtener información sobre el enfoque de atribución de características independiente 
del modelo para explicar las predicciones del modelo después del entrenamiento, consulte.
Explicabilidad del modelo

• Para obtener información sobre el monitoreo de la desviación de la contribución de las 
características con respecto a la línea de base que se estableció durante el entrenamiento del 
modelo, consulte. Supervisión de la desviación en la atribución de características de los modelos 
en producción

• Para obtener información sobre el monitoreo de los modelos que están en producción para 
detectar la desviación de la línea base, consulteSupervisión de la desviación de sesgo de los 
modelos en producción.

• Para obtener información sobre cómo obtener explicaciones en tiempo real desde un SageMaker 
punto final, consulteExplicabilidad en línea con Clarify SageMaker .

Cómo funcionan los SageMaker trabajos de procesamiento de Clarify

Puede usar SageMaker Clarify para analizar sus conjuntos de datos y modelos para determinar si 
son explicables y sesgados. Un trabajo SageMaker de procesamiento de Clarify utiliza el SageMaker 
contenedor de procesamiento de Clarify para interactuar con un bucket de Amazon S3 que contiene 
sus conjuntos de datos de entrada. También puede usar SageMaker Clarify para analizar un modelo 
de cliente que se implementa en un punto final de SageMaker inferencia.

El siguiente gráfico muestra cómo un trabajo de procesamiento SageMaker de Clarify interactúa 
con los datos de entrada y, opcionalmente, con un modelo de cliente. Esta interacción depende del 
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tipo específico de análisis que se lleve a cabo. El contenedor SageMaker de procesamiento Clarify 
obtiene el conjunto de datos de entrada y la configuración para su análisis desde un depósito de S3. 
Para ciertos tipos de análisis, incluido el análisis de características, el contenedor SageMaker de 
procesamiento Clarify debe enviar las solicitudes al contenedor modelo. A continuación, recupera las 
predicciones del modelo a partir de la respuesta que envía el contenedor de modelos. Después, el 
contenedor de SageMaker procesamiento Clarify calcula y guarda los resultados del análisis en el 
depósito de S3.

Puede ejecutar un trabajo de procesamiento SageMaker de Clarify en varias etapas del ciclo de 
vida del flujo de trabajo de aprendizaje automático. SageMaker Clarify puede ayudarle a calcular los 
siguientes tipos de análisis:

• Métricas de sesgo previas al entrenamiento. Estas métricas pueden ayudarte a entender el 
sesgo de tus datos para que puedas abordarlo y basar tu modelo en un conjunto de datos más 
justo. Consulte Medición del sesgo previo al entrenamiento para obtener información sobre 
las métricas de sesgo previas a la capacitación. Para analizar las métricas de sesgo previas al 
entrenamiento, debe proporcionar el conjunto de datos y un archivo de configuración de análisis 
JSON a Configuración del análisis.

• Métricas de sesgo posteriores al entrenamiento. Estas métricas pueden ayudarte a entender 
cualquier sesgo introducido por un algoritmo, las opciones de hiperparámetros o cualquier sesgo 
que no fuera evidente al principio del flujo. Para obtener más información sobre las métricas de 
sesgo posteriores al entrenamiento, consulte. Medición del sesgo de los datos posteriores al 
entrenamiento y el modelo SageMaker Clarify utiliza las predicciones del modelo además de los 
datos y las etiquetas para identificar el sesgo. Para analizar las métricas de sesgo posteriores al 
entrenamiento, debe proporcionar el conjunto de datos y un archivo de configuración de análisis 
JSON. La configuración debe incluir el nombre del modelo o del punto de conexión.

• Valores bien definidos, que pueden ayudarle a comprender el impacto que tiene su característica 
en lo que predice el modelo. Para obtener más información sobre los valores de Shapely, consulte.
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Atribuciones de características que utilizan valores Shapley Esta característica requiere un modelo 
entrenado.

• Gráficas de dependencia parcial (PDP), que pueden ayudarle a comprender cuánto cambiaría la 
variable objetivo prevista si cambiara el valor de una entidad. Para obtener más información sobre 
las PDP, consulte Análisis de gráficos de dependencia parcial (PDP) Esta función requiere un 
modelo entrenado.

SageMaker Clarify necesita modelar las predicciones para calcular las métricas de sesgo y las 
atribuciones de características posteriores al entrenamiento. Puedes proporcionar un punto final 
o SageMaker Clarify creará un punto final efímero con el nombre de tu modelo, también conocido 
como punto final oculto. El contenedor SageMaker Clarify elimina el punto final oculto una vez 
finalizados los cálculos. En un nivel superior, el contenedor SageMaker Clarify completa los 
siguientes pasos:

1. Valida las entradas y los parámetros.

2. Crea el punto de conexión de sombra (si se proporciona un nombre de modelo).

3. Carga el conjunto de datos de entrada en un marco de datos.

4. Obtiene las predicciones del modelo desde el punto de conexión, si es necesario.

5. Calcula las métricas de sesgo y las atribuciones de características.

6. Elimina el punto de conexión de sombra.

7. Genera los resultados del análisis.

Una vez finalizado SageMaker el trabajo de procesamiento de Clarify, los resultados del análisis 
se guardarán en la ubicación de salida que haya especificado en el parámetro de salida de 
procesamiento del trabajo. Estos resultados incluyen un archivo JSON con métricas de sesgo 
y atribuciones de características globales, un informe visual y archivos adicionales para las 
atribuciones de características locales. Puede descargar los resultados desde la ubicación de salida 
y verlos.

Para obtener información adicional sobre las métricas de sesgo, la explicabilidad y cómo 
interpretarlas, consulte Descubra cómo Amazon SageMaker Clarify ayuda a detectar el sesgo,
Fairness Measures for Machine Learning in Finance y el documento técnico Amazon AI Fairness and 
Explainability.

SageMaker Aclare los trabajos de procesamiento 5633

https://aws.amazon.com/blogs/machine-learning/learn-how-amazon-sagemaker-clarify-helps-detect-bias
https://pages.awscloud.com/rs/112-TZM-766/images/Fairness.Measures.for.Machine.Learning.in.Finance.pdf
https://pages.awscloud.com/rs/112-TZM-766/images/Amazon.AI.Fairness.and.Explainability.Whitepaper.pdf
https://pages.awscloud.com/rs/112-TZM-766/images/Amazon.AI.Fairness.and.Explainability.Whitepaper.pdf


Amazon SageMaker Guía para desarrolladores

Configurar un trabajo de SageMaker procesamiento de Clarify

Para analizar sus datos y modelos en busca de sesgos y explicabilidad con SageMaker Clarify, 
debe configurar un trabajo de procesamiento de SageMaker Clarify. Esta guía muestra cómo 
especificar el nombre del conjunto de datos de entrada, el nombre del archivo de configuración 
de análisis y la ubicación de salida de un trabajo de procesamiento. Para configurar el contenedor 
de procesamiento, las entradas, las salidas, los recursos y otros parámetros del trabajo, tiene dos 
opciones. Puedes usar la SageMaker CreateProcessingJob API o usar la API del SDK de 
SageMaker PythonSageMaker ClarifyProcessor,

Para obtener información sobre los parámetros que son comunes a todos los trabajos de 
procesamiento, consulta Amazon SageMaker API Reference.

Configure un trabajo SageMaker de procesamiento de Clarify mediante la SageMaker API

Las siguientes instrucciones muestran cómo proporcionar cada parte de la configuración específica 
SageMaker de Clarify mediante la CreateProcessingJob API.

1. Introduzca el identificador de investigación uniforme (URI) de una imagen de SageMaker 
contenedor de Clarify dentro del AppSpecification parámetro, como se muestra en el 
siguiente ejemplo de código.

{ 
    "ImageUri": "the-clarify-container-image-uri"
}                     

Note

El URI debe identificar una imagen de contenedor de SageMaker Clarify prediseñada.
ContainerEntrypointy no ContainerArguments son compatibles. Para 
obtener más información sobre las imágenes SageMaker de contenedores de Clarify, 
consulteComience con un contenedor de SageMaker Clarify.

2. Especifique tanto la configuración del análisis como los parámetros del conjunto de datos de 
entrada dentro del parámetro ProcessingInputs.

a. Especifique la ubicación del archivo de configuración del análisis JSON, que incluye los 
parámetros para el análisis del sesgo y el análisis de explicabilidad. El parámetro InputName
del objeto ProcessingInput debe ser analysis_config como se muestra en el siguiente 
ejemplo de código.
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{ 
    "InputName": "analysis_config", 
    "S3Input": { 
        "S3Uri": "s3://your-bucket/analysis_config.json", 
        "S3DataType": "S3Prefix", 
        "S3InputMode": "File", 
        "LocalPath": "/opt/ml/processing/input/config" 
    }
}

Para obtener más información sobre el esquema del archivo de configuración de análisis, 
consulteConfiguración del análisis.

b. Especifique la ubicación del conjunto de datos de entrada. El parámetro InputName del objeto
ProcessingInput debe ser dataset. Este parámetro es opcional si ha proporcionado el 
“dataset_uri” en el archivo de configuración del análisis. Los siguientes valores son obligatorios 
en la configuración de S3Input.

i. S3Uri puede ser un objeto de Amazon S3 o un prefijo de S3.

ii. S3InputMode debe ser del tipo File.

iii. S3CompressionType debe ser del tipo None (el valor predeterminado).

iv. S3DataDistributionType debe ser del tipo FullyReplicated (el valor 
predeterminado).

v. S3DataType puede ser S3Prefix o ManifestFile. Para usarloManifestFile, el
S3Uri parámetro debe especificar la ubicación de un archivo de manifiesto que siga el 
esquema de la sección de referencia de la SageMaker API S3Uri. Este archivo de manifiesto 
debe enumerar los objetos de S3 que contienen los datos de entrada para el trabajo.

En el siguiente código se muestra un ejemplo de configuración de entrada.

{ 
    "InputName": "dataset", 
    "S3Input": { 
        "S3Uri": "s3://your-bucket/your-dataset.csv", 
        "S3DataType": "S3Prefix", 
        "S3InputMode": "File", 
        "LocalPath": "/opt/ml/processing/input/data" 
    }
}
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3. Especifique la configuración de la salida del trabajo de procesamiento dentro del parámetro
ProcessingOutputConfig. Se requiere un único objeto ProcessingOutput en la 
configuración de Outputs. La configuración de salida requiere lo siguiente:

a. OutputName debe ser analysis_result.

b. S3Uri debe ser un prefijo de S3 para la ubicación de salida.

c. S3UploadMode se debe establecer en EndOfJob.

En el siguiente código se muestra un ejemplo de configuración de salida.

{ 
    "Outputs": [{  
        "OutputName": "analysis_result", 
        "S3Output": {  
            "S3Uri": "s3://your-bucket/result/", 
            "S3UploadMode": "EndOfJob", 
            "LocalPath": "/opt/ml/processing/output" 
         } 
     }]
}                 

4. Especifique la configuración ClusterConfig de los recursos que utiliza en el trabajo de 
procesamiento dentro del parámetro ProcessingResources. Se requieren los siguientes 
parámetros dentro del objeto ClusterConfig.

a. InstanceCount especifica el número de instancias de computación del clúster que ejecuta 
el trabajo de procesamiento. Para trabajos de procesamiento distribuido, especifique un valor 
mayor que 1.

b. InstanceType hace referencia a los recursos que ejecuta su trabajo de procesamiento. 
Como el análisis SageMaker SHAP requiere un uso intensivo de cómputo, el uso de un tipo de 
instancia que esté optimizado para el procesamiento debería mejorar el tiempo de ejecución del 
análisis. El trabajo de SageMaker procesamiento de Clarify no utiliza GPU.

En el siguiente código se muestra un ejemplo de configuración de recursos.

{ 
    "ClusterConfig": { 
         "InstanceCount": 1, 
         "InstanceType": "ml.m5.xlarge", 
         "VolumeSizeInGB": 20
     }
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}

5. Especifique la configuración de la red que utilizará en el trabajo de procesamiento dentro del 
objeto NetworkConfig. Los siguientes valores son obligatorios en la configuración.

a. EnableNetworkIsolationdebe estar configurado en False (predeterminado) para que 
SageMaker Clarify pueda invocar un punto final, si es necesario, para realizar predicciones.

b. Si el modelo o punto final que proporcionó al trabajo de SageMaker Clarify está dentro de una 
Amazon Virtual Private Cloud (Amazon VPC), el trabajo de SageMaker Clarify también debe 
estar en la misma VPC. Especifique la VPC mediante. VpcConfig Además, la VPC debe tener 
puntos de enlace a un bucket, un SageMaker servicio y SageMaker un servicio de tiempo de 
ejecución de Amazon S3.

Si está activado el procesamiento distribuido, también debe permitir la comunicación entre 
distintas instancias en el mismo trabajo de procesamiento. Configure una regla para el grupo 
de seguridad que permita conexiones entrantes entre miembros del mismo grupo de seguridad. 
Para obtener más información, consulte Ofrezca a Amazon SageMaker Clarify Jobs acceso a 
los recursos de su Amazon VPC.

El código siguiente proporciona un ejemplo de configuración de red.

{ 
    "EnableNetworkIsolation": False, 
    "VpcConfig": { 
        ... 
    }
}               

6. Establezca el tiempo máximo que se ejecutará el trabajo mediante el parámetro
StoppingCondition. El tiempo máximo que puede ejecutarse un SageMaker trabajo de Clarify 
es de 7 días o 604800 segundos. Si el trabajo no se puede completar dentro de este límite de 
tiempo, se detendrá y no se proporcionará ningún resultado de análisis. Por ejemplo, la siguiente 
configuración limita el tiempo máximo de ejecución del trabajo a 3600 segundos.

{ 
    "MaxRuntimeInSeconds": 3600
}

7. Especifique un rol de IAM para el parámetro RoleArn. El puesto debe tener una relación 
de confianza con Amazon SageMaker. Se puede utilizar para realizar las operaciones de 
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SageMaker API que se indican en la siguiente tabla. Recomendamos utilizar la política 
de SageMakerFullAccess gestión de Amazon, que otorga acceso total a SageMaker. 
Para obtener más información sobre esta política, consulte AWSpolítica gestionada: 
AmazonSageMakerFullAccess. Si tiene dudas sobre la posibilidad de conceder acceso total, los 
permisos mínimos necesarios dependen de si proporciona un modelo o un nombre de punto de 
conexión. El uso de un nombre de punto final permite conceder menos permisos a SageMaker.

La siguiente tabla contiene las operaciones de API utilizadas por el trabajo de procesamiento 
SageMaker de Clarify. Una X bajo Nombre del modelo y Nombre del punto de conexión indica la 
operación de la API necesaria para cada entrada.

Operación de API Nombre de modelo Endpoint name 
(Nombre del punto 
de conexión)

Para qué se usa

ListTags X Las etiquetas del 
trabajo se aplican al 
punto de conexión de 
sombra.

CreateEndpointConf 
ig

X Crea la configura 
ción del punto de 
conexión con el 
nombre del modelo 
que proporcionó

CreateEndpoint X Crea un punto de 
conexión de sombra 
mediante la configura 
ción del punto de 
conexión.
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Operación de API Nombre de modelo Endpoint name 
(Nombre del punto 
de conexión)

Para qué se usa

DescribeEndpoint X X Describa el estado 
del punto final; el 
punto final debe 
ser InService para 
atender las solicitud 
es.

InvokeEndpoint X X Invoca el punto 
de conexión para 
realizar predicciones.

Para obtener más información acerca de los permisos requeridos, consulte Permisos SageMaker 
de la API de Amazon: referencia sobre acciones, permisos y recursos.

Para obtener más información sobre cómo transferir funciones a SageMaker, 
consulteTransferencia de roles.

Una vez que tenga las partes individuales de la configuración del trabajo de procesamiento, 
combínelas para configurar el trabajo.

Configurar un trabajo SageMaker de procesamiento de Clarify mediante el AWS SDK para Python

El siguiente ejemplo de código muestra cómo lanzar un trabajo de SageMaker procesamiento de 
Clarify mediante el AWSSDK para Python.

sagemaker_client.create_processing_job( 
    ProcessingJobName="your-clarify-job-name", 
    AppSpecification={ 
        "ImageUri": "the-clarify-container-image-uri", 
    }, 
    ProcessingInputs=[{ 
            "InputName": "analysis_config", 
            "S3Input": { 
                "S3Uri": "s3://your-bucket/analysis_config.json", 
                "S3DataType": "S3Prefix", 
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                "S3InputMode": "File", 
                "LocalPath": "/opt/ml/processing/input/config", 
            }, 
        }, { 
            "InputName": "dataset", 
            "S3Input": { 
                "S3Uri": "s3://your-bucket/your-dataset.csv", 
                "S3DataType": "S3Prefix", 
                "S3InputMode": "File", 
                "LocalPath": "/opt/ml/processing/input/data", 
            }, 
        }, 
    ], 
    ProcessingOutputConfig={ 
        "Outputs": [{  
            "OutputName": "analysis_result", 
            "S3Output": {  
               "S3Uri": "s3://your-bucket/result/", 
               "S3UploadMode": "EndOfJob", 
               "LocalPath": "/opt/ml/processing/output", 
            },    
        }], 
    }, 
    ProcessingResources={ 
        "ClusterConfig": { 
            "InstanceCount": 1, 
            "InstanceType": "ml.m5.xlarge", 
            "VolumeSizeInGB": 20, 
        }, 
    }, 
    NetworkConfig={ 
        "EnableNetworkIsolation": False, 
        "VpcConfig": { 
            ... 
        }, 
    }, 
    StoppingCondition={ 
        "MaxRuntimeInSeconds": 3600, 
    }, 
    RoleArn="arn:aws:iam::<your-account-id>:role/service-role/AmazonSageMaker-
ExecutionRole",
) 
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Para ver un ejemplo de cuaderno con instrucciones para ejecutar un trabajo de SageMaker 
procesamiento de Clarify con el AWS SDK para Python, consulte Equidad y explicabilidad con 
SageMaker Clarify con el AWS SDK para Python. Todos los buckets de S3 utilizados en el cuaderno 
deben estar en la misma región de AWS que la instancia de cuaderno que accede al bucket.

Configurar un trabajo de SageMaker procesamiento de Clarify mediante el SDK de SageMaker 
Python

También puede configurar un trabajo de SageMaker procesamiento de Clarify mediante SageMaker 
ClarifyProcessorla API del SDK de SageMaker Python. Para obtener más información, consulte
Ejecute SageMaker Clarify Processing Jobs para analizar los sesgos y facilitar la explicación.

Temas

• Comience con un contenedor de SageMaker Clarify

• Configuración del análisis

• Guía de compatibilidad de formatos de datos

Comience con un contenedor de SageMaker Clarify

Amazon SageMaker proporciona imágenes de contenedores SageMaker Clarify prediseñadas que 
incluyen las bibliotecas y otras dependencias necesarias para calcular las métricas de sesgo y las 
atribuciones de características para facilitar la explicación. Se ha habilitado esta imagen para que se 
ejecute en su cuenta. SageMaker Procesamiento de datos

Los URI de imagen de los contenedores tienen el siguiente formato:

<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-clarify-processing:1.0

Por ejemplo:

205585389593.dkr.ecr.us-east-1.amazonaws.com/sagemaker-clarify-processing:1.0

En la siguiente tabla se muestran las direcciones por Región de AWS.
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Imágenes de Docker para SageMaker aclarar los trabajos de procesamiento

Región Dirección de la imagen

us-east-1 205585389593.dkr. ecr.us-east-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

us-east-2 211330385671.dkr. ecr.us-east-2.amazonaws.com /:1,0 sagemaker-
clarify-processing

us-west-1 740489534195.dkr. ecr.us-west-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

us-west-2 306415355426.dkr. ecr.us-west-2.amazonaws.com /:1,0 sagemaker-
clarify-processing

ap-east-1 098760798382.dkr. ecr.ap-east-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

ap-south-1 452307495513.dkr. ecr.ap-south-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

ap-southeast-3 705930551576.dkr. ecr.ap-southeast-3.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ap-northeast-1 377024640650.dkr. ecr.ap-northeast-1.amazonaws.com /:1,0 sagemaker 
-clarify-processing

ap-northeast-2 263625296855.dkr. ecr.ap-northeast-2.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ap-northeast-3 912233562940.dkr. ecr.ap-northeast-3.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ap-southeast-1 834264404009.dkr. ecr.ap-southeast-1.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ap-southeast-2 007051062584.dkr. ecr.ap-southeast-2.amazonaws.com /:1.0 sagemaker 
-clarify-processing
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Región Dirección de la imagen

ca-central-1 675030665977.dkr. ecr.ca-central-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-central-1 017069133835.dkr. ecr.eu-central-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-west-1 131013547314.dkr. ecr.eu-west-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-west-2 440796970383.dkr. ecr.eu-west-2.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-west-3 341593696636.dkr. ecr.eu-west-3.amazonaws.com /:1,0 sagemaker-
clarify-processing

eu-north-1 763603941244.dkr. ecr.eu-north-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

me-south-1 835444307964.dkr. ecr.me-south-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

sa-east-1 520018980103.dkr. ecr.sa-east-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

af-south-1 811711786498.dkr. ecr.af-south-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-south-1 638885417683.dkr. ecr.eu-south-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

cn-north-1 122526803553.dkr. ecr.cn-north-1.amazonaws.com .cn/:1.0 sagemaker-
clarify-processing

cn-northwest-1 122578899357.dkr. ecr.cn-northwest-1.amazonaws.com .cn/:1.0 
sagemaker-clarify-processing
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Configuración del análisis

Para analizar la explicabilidad y el sesgo de sus datos y modelos con Clarify, debe configurar un 
trabajo de procesamiento. SageMaker Parte de la configuración de este trabajo de procesamiento 
incluye la configuración de un archivo de análisis. El archivo de análisis especifica los parámetros 
para el análisis de sesgos y la explicabilidad. Consulte Configurar un trabajo de SageMaker 
procesamiento de Clarify para obtener información sobre cómo configurar un trabajo de 
procesamiento y un archivo de análisis.

Esta guía describe el esquema y los parámetros de este archivo de configuración de análisis. Esta 
guía también incluye ejemplos de archivos de configuración de análisis para calcular las métricas de 
sesgo de un conjunto de datos tabular y generar explicaciones sobre problemas de procesamiento 
de lenguaje natural (NLP) y visión artificial (CV).

Puede crear el archivo de configuración del análisis o usar el SDK de SageMaker Python para 
generar uno para usted con la SageMaker ClarifyProcessorAPI. Ver el contenido del archivo puede 
resultar útil para comprender la configuración subyacente que utiliza el trabajo de SageMaker Clarify.

Temas

• Esquema del archivo de configuración de análisis

• Archivos de configuración del análisis de ejemplo

Esquema del archivo de configuración de análisis

En la siguiente sección se describe el esquema del archivo de configuración de análisis, incluidos los 
requisitos y las descripciones de los parámetros.

Requisitos del archivo de configuración de análisis

El trabajo SageMaker de procesamiento de Clarify espera que el archivo de configuración del análisis 
esté estructurado con los siguientes requisitos:

• El nombre de la entrada de procesamiento debe ser analysis_config.

• El archivo de configuración de análisis está en formato JSON y está codificado en UTF-8.

• El archivo de configuración de análisis es un objeto de Amazon S3.
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Puede especificar parámetros adicionales en el archivo de configuración de análisis. La siguiente 
sección proporciona varias opciones para adaptar el trabajo de procesamiento SageMaker de Clarify 
a su caso de uso y a los tipos de análisis deseados.

Parámetros para los archivos de configuración de análisis

Puede especificar parámetros adicionales en el archivo de configuración de análisis.

• version: (opcional) la cadena de versión del esquema del archivo de configuración de análisis. 
Si no se proporciona una versión, SageMaker Clarify utiliza la última versión compatible. 
Actualmente, solo se admite la versión 1.0.

• dataset_type: el formato del conjunto de datos. El formato del conjunto de datos de entrada puede 
ser cualquiera de los siguientes valores:

• text/csv para CSV

• application/jsonlinespara el SageMaker formato denso de líneas JSON

• application/json para JSON

• application/x-parquet para Apache Parquet

• application/x-image para activar la explicabilidad de los problemas de visión artificial

• dataset_uri: (opcional) el identificador uniforme de recursos (URI) del conjunto de datos principal. 
Si proporciona un prefijo URI de S3, el trabajo de procesamiento de SageMaker Clarify recopila 
de forma recursiva todos los archivos S3 ubicados debajo del prefijo. Si tiene problemas de visión 
artificial, puede proporcionar un prefijo URI de S3 o un URI de S3 a un archivo de manifiesto 
de imagen. Si se proporciona dataset_uri, tiene prioridad sobre la entrada del trabajo de 
procesamiento del conjunto de datos. Para cualquier tipo de formato, excepto la imagen, el trabajo 
de procesamiento SageMaker Clarify carga el conjunto de datos de entrada en un marco de datos 
tabular, como un conjunto de datos tabular. Este formato permite manipular y SageMaker analizar 
fácilmente el conjunto de datos de entrada.

• headers: (opcional) una matriz de cadenas que contiene los nombres de las columnas de 
un conjunto de datos tabular. Si no headers se proporciona un valor para, el trabajo de 
procesamiento de SageMaker Clarify lee los encabezados del conjunto de datos. Si el conjunto 
de datos no tiene encabezados, el trabajo de procesamiento de SageMaker Clarify generará 
automáticamente los nombres de los marcadores de posición basados en el índice de columnas 
de base cero. Por ejemplo, los nombres de los marcadores de posición para la primera y la 
segunda columnas serán column_0, column_1.
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Note

Por convención, si dataset_type es application/jsonlines o application/
json, entonces headers debe contener los siguientes nombres en orden: nombres 
de características, nombre de etiqueta (si se especifica label) y nombre de etiqueta 
predicha (si se especifica predicted_label). Un ejemplo de headers para un 
conjunto de datos application/jsonlines si label está especificado es:
["feature1","feature2","feature3","target_label"].

• label: (opcional) una cadena o un índice entero basado en cero. Si se proporciona, label
se utiliza para localizar la etiqueta de verdad fundamental, también conocida como etiqueta 
observada o atributo objetivo en un conjunto de datos tabular. La etiqueta de verdad fundamental 
se utiliza para calcular las métricas de sesgo. El valor de label se especifica en función del valor 
del parámetro dataset_type de la siguiente manera.

• Si dataset_type es text/csv, label se puede especificar de la siguiente manera:

• Un nombre de columna válido

• Un índice que se encuentra dentro del rango de columnas del conjunto de datos

• Si dataset_type es application/parquet, label debe ser un nombre de columna válido.

• Si dataset_type es application/jsonlines, label debe ser una expresión JMESPath
escrita para extraer la etiqueta de verdad fundamental del conjunto de datos. Por convención, si 
se especifica headers, debe contener el nombre de la etiqueta.

• Si dataset_type es application/json, label debe ser una expresión JMESPath escrita 
para extraer la etiqueta de verdad fundamental de cada registro del conjunto de datos. Esta 
expresión JMESPath debe generar una lista de etiquetas donde la etiqueta iésima se correlacione 
con el registro iésimo.

• predicted_label: (opcional) una cadena o un índice entero basado en cero. Si se proporciona,
predicted_label se usa para ubicar la columna que contiene la etiqueta predicha en un 
conjunto de datos tabular. La etiqueta predicha se usa para calcular las métricas de sesgo
posteriores al entrenamiento. El parámetro predicted_label es opcional si el conjunto de datos 
no incluye la etiqueta predicha. Si se requieren etiquetas pronosticadas para el cálculo, el trabajo 
de procesamiento de SageMaker Clarify obtendrá las predicciones del modelo.

El valor de predicted_label se especifica en función del valor de dataset_type de la 
siguiente manera.
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• Si dataset_type es text/csv, predicted_label se puede especificar de la siguiente 
manera:

• Un nombre de columna válido. Si se especifica predicted_label_dataset_uri, pero 
no se proporciona predicted_label, el nombre de etiqueta predicha predeterminado es 
“predicted_label”.

• Un índice que se encuentra dentro del rango de columnas del conjunto de datos. Si se 
especifica predicted_label_dataset_uri, el índice se usa para localizar la columna de 
la etiqueta predicha en el conjunto de datos de la etiqueta predicha.

• Si dataset_type es application/x-parquet, predicted_label debe ser un nombre de 
columna válido.

• Si dataset_type es application/jsonlines, predicted_label debe ser una expresión
JMESPath válida escrita para extraer la etiqueta predicha del conjunto de datos. Por convención, 
si se especifica headers, debe contener el nombre de la etiqueta predicha.

• Si dataset_type es application/json, predicted_label debe ser una expresión
JMESPath escrita para extraer la etiqueta predicha de cada registro del conjunto de datos. La 
expresión JMESPath debe producir una lista de etiquetas predichas donde la etiqueta predicha 
iésima es para el registro iésimo.

• features: se requiere si dataset_type es application/jsonlines o application/json. 
Expresión de cadena JMESPath escrita para localizar las entidades en el conjunto de datos de 
entrada. Para application/jsonlines, se aplicará una expresión JMESPath a cada línea para 
extraer las características de ese registro. Para application/json, se aplicará una expresión 
JMESPath a todo el conjunto de datos de entrada. La expresión JMESPath debe extraer una 
lista de listas o un conjunto o matriz 2D de características en la que la fila iésima contenga las 
características que se correlacionan con el registro iésimo. En el caso dataset_type de text/
csv o application/x-parquet, todas las columnas, excepto las columnas de la etiqueta de 
verdad fundamental y de la etiqueta predicha, se asignan automáticamente como características.

• predicted_label_dataset_uri: solo se aplica cuando dataset_type es text/csv. El URI de S3 de 
un conjunto de datos que contiene etiquetas predichas que se utiliza para calcular las métricas de 
sesgo posteriores al entrenamiento. El trabajo SageMaker de procesamiento de Clarify cargará 
las predicciones del URI proporcionado en lugar de obtener las predicciones del modelo. En este 
caso, predicted_label tiene que ubicar la columna de etiquetas predichas en el conjunto de 
datos de etiquetas predichas. Si el conjunto de datos de etiquetas predichas o el conjunto de datos 
principal está divididos en varios archivos, joinsource_name_or_index debe especificar una 
columna de identificación para unir los dos conjuntos de datos.
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• predicted_label_headers: solo se aplica cuando se especifica predicted_label_dataset_uri. 
Una matriz de cadenas que contiene los nombres de columna del conjunto de datos de etiquetas 
predichas. Además del encabezado de etiqueta predicha, predicted_label_headers también 
puede contener el encabezado de la columna de identificación para unir el conjunto de datos de 
etiquetas predichas y el conjunto de datos principal. Para obtener más información, consulte la 
siguiente descripción del parámetro joinsource_name_or_index.

• joinsource_name_or_index: el nombre o el índice de base cero de la columna en los conjuntos 
de datos tabulares que se utilizará como columna de identificación al realizar una unión interna. 
Esta columna solo se usa como un identificador. No se utiliza para ningún otro cálculo, como 
el análisis de sesgo o el análisis de atribución de características. Se necesita un valor para
joinsource_name_or_index en los siguientes casos:

• Hay varios conjuntos de datos de entrada y alguno de ellos está dividido en varios archivos.

• El procesamiento distribuido se activa al establecer el trabajo SageMaker de procesamiento de 
Clarify en un valor superior InstanceCounta1.

• excluded_columns: (opcional) una matriz de nombres o índices de columna de base cero que 
se excluirán del envío al modelo como entrada para las predicciones. La etiqueta de verdad 
fundamental y la etiqueta predicha ya se excluyeron automáticamente.

• probability_threshold: (opcional) un número de coma flotante por encima del cual se selecciona 
una etiqueta o un objeto. El valor predeterminado es 0.5. El trabajo SageMaker de procesamiento 
de Clarify probability_threshold se utiliza en los siguientes casos:

• En el análisis de sesgo posterior al entrenamiento, probability_threshold convierte la 
predicción de un modelo numérico (valor de probabilidad o puntuación) en una etiqueta binaria, 
si el modelo es un clasificador binario. Una puntuación superior al umbral se convierte en 1. 
Mientras que una puntuación inferior o igual al umbral se convierte en 0.

• En los problemas de explicabilidad de la visión artificial, si model_type es OBJECT_DETECTION,
, probability_threshold filtra los objetos detectados con puntuaciones de confianza 
inferiores al valor umbral.

• label_values_or_threshold: obligatorio para el análisis de sesgos. Una matriz de valores de etiqueta 
o un número umbral, que indican un resultado positivo para etiquetas de verdad fundamental y 
predichas para las métricas de sesgo. Para obtener más información, consulte los valores de 
etiqueta positivos enAmazon SageMaker aclara los términos de sesgo y equidad. Si la etiqueta 
es numérica, el umbral se aplica como límite inferior para seleccionar el resultado positivo. Para 
configurar label_values_or_threshold para distintos tipos de problemas, consulte los 
siguientes ejemplos:
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• Para un problema de clasificación binaria, la etiqueta tiene dos valores posibles: 0 y 1. Si el 
valor de la etiqueta 1 es favorable para un grupo demográfico observado en una muestra,
label_values_or_threshold debe establecerse en [1].

• Para un problema de clasificación multiclase, la etiqueta tiene tres valores posibles: bird,
cat y dog. Si los dos últimos definen un grupo demográfico que el sesgo favorece, entonces
label_values_or_threshold debe configurarse en ["cat","dog"].

• En el caso de un problema de regresión, el valor de la etiqueta es continuo y oscila entre 0 y
1. Si un valor superior a 0.5 debe designar una muestra como de resultado positivo, entonces
label_values_or_threshold debe establecerse en 0.5.

• facet: se requiere para el análisis de sesgos. Una matriz de objetos facetados, que se componen 
de atributos sensibles con los que se mide el sesgo. Puede utilizar las facetas para comprender 
las características de sesgo del conjunto de datos y el modelo, incluso si el modelo se ha 
entrenado sin utilizar atributos sensibles. Para obtener más información, consulte Facet inAmazon 
SageMaker aclara los términos de sesgo y equidad. Este objeto de faceta incluye los siguientes 
campos:

• name_or_index: nombre o índice basado en cero de la columna de atributos sensibles de 
un conjunto de datos tabular. Si se especifica facet_dataset_uri, el índice se refiere al 
conjunto de datos de facetas en lugar del conjunto de datos principal.

• value_or_threshold: obligatorio (si facet es numérico y se aplica
label_values_or_threshold como límite inferior para seleccionar el grupo sensible). 
Una matriz de valores de faceta o un número umbral que indica el grupo demográfico sensible 
que el sesgo favorece. Si el tipo de datos de faceta es categórico y no se proporciona
value_or_threshold, las métricas de sesgo se calculan como un grupo para cada valor 
único (en lugar de todos los valores). Para configurar value_or_threshold para distintos 
tipos de datos de facet, consulte los siguientes ejemplos:

• Para un tipo de datos de faceta binarios, la característica tiene dos valores posibles: 0 y 1. Si 
desea calcular las métricas de sesgo para cada valor, puede omitir value_or_threshold o 
establecer una matriz vacía.

• Para un tipo de datos de faceta categóricos, la característica tiene tres valores posibles: bird,
cat y dog. Si los dos primeros definen un grupo demográfico que el sesgo favorece, entonces
value_or_threshold debe configurarse en ["bird", "cat"]. En este ejemplo, las 
muestras del conjunto de datos se dividen en dos grupos demográficos. La faceta del grupo 
favorecido tiene un valor bird o cat, mientras que la faceta del grupo desfavorecido tiene el 
valor dog.
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• En el caso de un tipo de datos de faceta numéricos, el valor de la característica es continuo y 
oscila entre 0 y 1. Por ejemplo, si un valor superior a 0.5 debe designar una muestra como 
de resultado positivo, entonces value_or_threshold debe establecerse en 0.5. En este 
ejemplo, las muestras del conjunto de datos se dividen en dos grupos demográficos. La 
faceta del grupo favorecido tiene un valor superior a 0.5, mientras que la faceta del grupo 
desfavorecido tiene un valor inferior o igual a 0.5.

• group_variable: el nombre o índice de base cero de la columna que indica el subgrupo que 
se utilizará para la métrica de sesgo o. Disparidad demográfica condicional (CDD) Disparidad 
demográfica condicional en las etiquetas predichas (CDDPL)

• facet_dataset_uri: solo se aplica cuando dataset_type es text/csv. El URI de S3 de un conjunto 
de datos que contiene atributos sensibles para el análisis de sesgos. Puede utilizar las facetas 
para comprender las características de sesgo del conjunto de datos y el modelo, incluso si el 
modelo se ha entrenado sin utilizar atributos sensibles.

Note

Si el conjunto de datos de la faceta o el conjunto de datos principal está divididos en varios 
archivos, joinsource_name_or_index debe especificar una columna de identificación 
para unir los dos conjuntos de datos. Debe usar el parámetro facet para identificar cada 
faceta del conjunto de datos de facetas.

• facet_headers: (solo se aplica cuando se especifica facet_dataset_uri). Una matriz 
de cadenas que contiene los nombres de la columna del conjunto de datos de la faceta y, 
opcionalmente, el encabezado de la columna de identificación para unir el conjunto de datos de 
facetas y el conjunto de datos principal. Consulte joinsource_name_or_index.

• methods: un objeto que contiene uno o más métodos de análisis y sus parámetros. Si se omite 
algún método, no se utiliza para el análisis ni se informa.

• pre_training_bias: incluya este método si quiere calcular las métricas de sesgo previas al 
entrenamiento. La descripción detallada de las métricas se encuentra en. Medición del sesgo 
previo al entrenamiento El objeto tiene los siguientes parámetros:

• methods: una matriz que contiene cualquiera de las métricas de sesgo previas al 
entrenamiento de la siguiente lista que quiera calcular. Establezca methods en all para 
calcular todas las métricas de sesgo previas al entrenamiento. Por ejemplo, la matriz ["CI", 
"DPL"] calculará el Desequilibrio de clases y la Diferencia en las proporciones de las 
etiquetas.
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• CI para Desequilibrio de clases (CI)

• DPL para Diferencia en las proporciones de las etiquetas (DPL)

• KL para Divergencia de Kullback-Leibler (KL)

• JS para Divergencia de Jensen-Shannon (JS)

• LP para Norma Lp (LP)

• TVD para Distancia de variación total (TVD)

• KS para Kolmogorov-Smirnov (KS)

• CDDL para Disparidad demográfica condicional (CDD)

• pre_training_bias: incluya este método si quiere calcular las métricas de sesgo posteriores al 
entrenamiento. La descripción detallada de las métricas se encuentra enMedición del sesgo de 
los datos posteriores al entrenamiento y el modelo. El objeto post_training_bias tiene los 
siguientes parámetros:

• methods: una matriz que contiene cualquiera de las métricas de sesgo posteriores al 
entrenamiento de la siguiente lista que quiera calcular. Establezca methods en all para 
calcular todas las métricas de sesgo posteriores al entrenamiento. Por ejemplo, la matriz
["DPPL", "DI"] calcula la Diferencia en las proporciones positivas de las etiquetas 
predichas y el Impacto dispar. Los métodos disponibles son los siguientes.

• DPPL para Diferencia en las proporciones positivas de las etiquetas predichas (DPPL)

• DIpara Impacto dispar (DI)

• DCA para Diferencia en aceptación condicional (DCAcc)

• DCR para Diferencia en rechazo condicional (DCR)

• SD para Diferencia de especificidad (SD)

• RD para Diferencia de coincidencias (RD)

• DAR para Diferencia en tasas de aceptación (DAR)

• DRR para Diferencia en tasas de rechazo (DRR)

• AD para Diferencia de precisión (AD)

• TE para Igualdad de tratamiento (TE)

• CDDPL para Disparidad demográfica condicional en las etiquetas predichas (CDDPL)

• FT para Prueba de contrafácticos (FT)

• GE para Entropía generalizada (GE)
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• shap: incluya este método si desea calcular los valores SHAP. El trabajo SageMaker de 
procesamiento Clarify es compatible con el algoritmo SHAP del núcleo. El objeto shap tiene los 
siguientes parámetros:

• línea base: (opcional) el conjunto de datos de referencia de SHAP, también conocido como 
conjunto de datos de fondo. Los requisitos adicionales para el conjunto de datos de referencia 
en un conjunto de datos tabular o un problema de visión artificial son los siguientes. Para 
obtener más información sobre las líneas base de SHAP, consulte Referencias SHAP para la 
explicabilidad

• En el caso de un conjunto de datos tabular, baseline puede ser los datos de referencia in 
situ o el URI de S3 de un archivo de referencia. Si no baseline se proporciona, el trabajo 
de procesamiento de SageMaker Clarify calcula una línea base agrupando el conjunto de 
datos de entrada. La referencia debe cumplir los siguientes requisitos:

• El formato debe ser el mismo que el formato del conjunto de datos especificado por
dataset_type.

• La referencia solo puede contener características que el modelo pueda aceptar como 
entrada.

• El conjunto de datos de referencia puede tener una o más instancias. La cantidad de 
instancias de referencia afecta directamente al tamaño del conjunto de datos sintético y al 
tiempo de ejecución del trabajo.

• Si se especifica text_config, el valor de referencia de una columna de texto es una 
cadena que se utiliza para reemplazar la unidad de texto especificada por granularity. 
Por ejemplo, un marcador de posición frecuente es “[MASK]”, que se utiliza para 
representar una palabra o un fragmento de texto desconocido o ausente.

En los siguientes ejemplos se muestra cómo configurar datos de referencia in situ para 
diferentes parámetros dataset_type:

• Si dataset_type es text/csv o application/x-parquet, el modelo acepta cuatro 
características numéricas y la referencia tiene dos instancias. En este ejemplo, si un 
registro tiene todos los valores de característica cero y el otro registro tiene todos los 
valores de característica uno, entonces la referencia debe establecerse en [[0,0,0,0],
[1,1,1,1]], sin ningún encabezado.

• Si dataset_type es application/jsonlines, y features es la clave de una 
lista de cuatro valores de característica numéricos. Además, en este ejemplo, si la 
referencia tiene un registro con todos los valores cero, entonces baseline debe ser
[{"features":[0,0,0,0]}].
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• Si dataset_type es application/json, el conjunto de datos baseline debe tener 
la misma estructura y formato que el conjunto de datos de entrada.

• En el caso de problemas de visión artificial, baseline puede ser el URI de S3 de una 
imagen que se utiliza para ocultar las características (segmentos) de la imagen de entrada. 
El trabajo SageMaker de procesamiento Clarify carga la imagen de la máscara y cambia 
su tamaño a la misma resolución que la imagen de entrada. Si no se proporciona una línea 
base, el trabajo SageMaker de procesamiento Clarify genera una imagen de máscara de
ruido blanco con la misma resolución que la imagen de entrada.

• features_to_explain: (opcional) una matriz de cadenas o índices de base cero de 
columnas de características para calcular los valores SHAP. Si no se proporciona
features_to_explain, los valores SHAP se calculan para todas las columnas de 
características. Estas columnas de características no pueden incluir la columna de etiquetas 
ni la columna de etiquetas predichas. El parámetro features_to_explain solo se admite 
para conjuntos de datos tabulares con columnas numéricas y categóricas.

• num_clusters: (opcional) el número de clústeres en los que se divide el conjunto de datos para 
calcular el conjunto de datos de referencia. Cada clúster se usa para calcular una instancia de 
referencia. Si no baseline se especifica, el trabajo de SageMaker procesamiento de Clarify 
intenta calcular el conjunto de datos de referencia dividiendo el conjunto de datos tabular en 
un número óptimo de clústeres entre 1 y12. El número de instancias de referencia afecta 
directamente al tiempo de ejecución del análisis SHAP.

• num_samples: (opcional) el número de muestras que se utilizarán en el algoritmo Kernel 
SHAP. Si no num_samples se proporciona, el trabajo de procesamiento SageMaker de 
Clarify elige el número por usted. La cantidad de muestras afecta directamente al tamaño del 
conjunto de datos sintético y al tiempo de ejecución del trabajo.

• seed: (opcional) un número entero que se utiliza para inicializar el generador de números 
pseudoaleatorios del explicador SHAP a fin de generar valores SHAP coherentes para el 
mismo trabajo. Si no se especifica la semilla, cada vez que se ejecute el mismo trabajo, el 
modelo puede generar valores SHAP ligeramente diferentes.

• use_logit: (opcional) un valor booleano que indica que desea que la función logit se aplique 
a las predicciones del modelo. El valor predeterminado es false. Si use_logit es true, 
los valores SHAP se calculan mediante los coeficientes de regresión logística, que se pueden 
interpretar como coeficientes logarítmicos de probabilidades.

• save_local_shap_values: (opcional) un valor booleano que indica que desea que los valores 
SHAP locales de cada registro del conjunto de datos se incluyan en el resultado del análisis. 
El valor predeterminado es false.
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Si el conjunto de datos principal está dividido en varios archivos o si está activado el 
procesamiento distribuido, especifique también una columna de identificación mediante el 
parámetro joinsource_name_or_index. La columna de identificación y los valores SHAP 
locales se guardan en el resultado del análisis. De esta forma, puede asignar cada registro a 
sus valores SHAP locales.

• agg_method: (opcional) el método utilizado para agregar los valores SHAP locales (los valores 
SHAP de cada instancia) de todas las instancias a los valores SHAP globales (los valores 
SHAP de todo el conjunto de datos). El valor predeterminado es mean_abs. Se pueden usar 
los siguientes métodos para agregar valores SHAP.

• mean_abs: la media de los valores SHAP locales absolutos de todas las instancias.

• mean_sq: la media de los valores SHAP locales al cuadrado de todas las instancias.

• median: la mediana de los valores SHAP locales de todas las instancias.

• text_config: obligatorio para la explicabilidad del procesamiento del lenguaje natural. Incluya 
esta configuración si desea tratar las columnas de texto como texto y se deben proporcionar 
explicaciones para cada unidad de texto. Para ver un ejemplo de una configuración de análisis 
para explicar el procesamiento del lenguaje natural, consulte Configuración del análisis para la 
explicabilidad del procesamiento de lenguaje natural

• granularity: la unidad de granularidad para el análisis de las columnas de texto. Los valores 
válidos son token, sentence o paragraph. Cada unidad de texto se considera una 
característica y los valores SHAP locales se calculan para cada unidad.

• language: el idioma de las columnas de texto. Los valores válidos son chinese, danish,
dutch, english, french, german, greek, italian, japanese, lithuanian,
multi-language, norwegian bokmål, polish, portuguese, romanian, russian,
spanish, afrikaans, albanian, arabic, armenian, basque, bengali, bulgarian,
catalan, croatian, czech, estonian, finnish, gujarati, hebrew, hindi,
hungarian, icelandic, indonesian, irish, kannada, kyrgyz, latvian, ligurian,
luxembourgish, macedonian, malayalam, marathi, nepali, persian, sanskrit,
serbian, setswana, sinhala, slovak, slovenian, swedish, tagalog, tamil,
tatar, telugu, thai, turkish, ukrainian, urdu, vietnamese, yoruba. Ingrese
multi-language para obtener una combinación de varios idiomas.

• max_top_tokens: (opcional) el número máximo de tokens principales, en función de los 
valores SHAP globales. El valor predeterminado es 50. Es posible que un token aparezca 
varias veces en el conjunto de datos. El trabajo SageMaker de procesamiento de Clarify 
agrega los valores de SHAP de cada token y, a continuación, selecciona los principales 
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tokens en función de sus valores de SHAP globales. Los valores SHAP globales de los 
principales tokens seleccionados se incluyen en la sección global_top_shap_text del 
archivo analysis.json.

• El valor SHAP local de agregación.

• image_config: necesario para la explicabilidad de la visión artificial. Incluya esta configuración 
si tiene un conjunto de datos de entrada compuesto por imágenes y desea analizarlas para 
determinar su explicabilidad en un problema de visión artificial.

• model_type: el tipo de modelo. Los valores válidos son:

• IMAGE_CLASSIFICATION para un modelo de clasificación de imágenes.

• OBJECT_DETECTION para un modelo de detección de objetos.

• max_objects: solo se aplica cuando el tipo de modelo es OBJECT_DETECTION. El número 
máximo de objetos, ordenados por la puntuación de confianza, detectados por el modelo de 
visión artificial. Se filtran todos los objetos clasificados por debajo de max_objects según su 
puntuación máxima de confianza. El valor predeterminado es 3.

• context: solo se aplica cuando model_type es OBJECT_DETECTION. Indica si el área 
alrededor del cuadro delimitador del objeto detectado está enmascarada por la imagen de 
referencia o no. Los valores válidos son 0 para enmascararlo todo o 1 para no enmascarar 
nada. El valor predeterminado es 1.

• iou_threshold: solo se aplica cuando model_type es OBJECT_DETECTION. La métrica 
de intersección mínima sobre la unión (IOU) para evaluar las predicciones en función 
de la detección original. Una métrica de IOU alta corresponde a una gran superposición 
entre el cuadro de detección de la verdad predicha y el cuadro de detección de la verdad 
fundamental. El valor predeterminado es 0.5.

• num_segments: (opcional) un entero que determina el número aproximado de segmentos 
que se etiquetarán en la imagen de entrada. Cada segmento de la imagen se considera 
una característica y los valores SHAP locales se calculan para cada segmento. El valor 
predeterminado es 20.

• segment_compactness: (opcional) un entero que determina la forma y el tamaño de los 
segmentos de la imagen generados por el método scikit-image slic. El valor predeterminado 
es 5.

• pdp: incluya este método para calcular las gráficas de dependencia parcial (PDP). Para ver un 
ejemplo de una configuración de análisis para generar PDP, consulte Cálculo de los gráficos de 
dependencia parcial (PDP)
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• features: obligatorio si no se solicita el método shap. Una matriz de nombres o índices de 
características para calcular y trazar gráficos PDP.

• top_k_features: (opcional) especifica el número de características principales que se utilizan 
para generar los gráficos PDP. Si no features se proporciona, pero se solicita el shap
método, el trabajo de procesamiento de SageMaker Clarify elige las características principales 
en función de sus atribuciones de SHAP. El valor predeterminado es 10.

• grid_resolution: el número de buckets en los que se va a dividir el rango de valores numéricos. 
Esto especifica la granularidad de la cuadrícula de los gráficos PDP.

• report: (opcional) utilice este objeto para personalizar el informe de análisis. Hay tres copias 
del mismo informe como parte del resultado del análisis: el informe de cuaderno de Jupyter, el 
informe HTML y el informe en PDF. El objeto tiene los siguientes parámetros:

• name: nombre de archivo de los archivos del informe. Por ejemplo, si name es MyReport, 
los archivos del informe son MyReport.ipynb, MyReport.html y MyReport.pdf. El valor 
predeterminado es report.

• title: (opcional) cadena de título del informe. El valor predeterminado es SageMaker 
Analysis Report.

• predictor: obligatorio si el análisis requiere predicciones del modelo. Por ejemplo, cuando se 
solicita el método shap, pdp o post_training_bias, pero las etiquetas predichas no se 
proporcionan como parte del conjunto de datos de entrada. Los siguientes son parámetros que se 
deben usar junto conpredictor:

• model_name: el nombre del SageMaker modelo creado por la API. CreateModel Si especificas 
endpoint_name model_name en lugar de endpoint_name, el trabajo de SageMaker 
procesamiento de Clarify crea un punto final efímero con el nombre del modelo, conocido 
como punto final oculto, y obtiene las predicciones del punto final. El trabajo elimina el punto 
de conexión de sombra una vez finalizados los cálculos. Si el modelo es multimodelo, se debe 
especificar el parámetro. target_model Para obtener más información sobre los puntos finales 
multimodelo, consulte. Alojar varios modelos en un contenedor detrás de un punto de conexión

• endpoint_name_prefix: (opcional) un prefijo de nombre personalizado para el punto de conexión 
de sombra. Aplicable si proporciona model_name en lugar de endpoint_name. Por ejemplo, 
proporcione endpoint_name_prefix si desea restringir el acceso al punto de conexión por 
nombre de punto de conexión. El prefijo debe coincidir con el EndpointNamepatrón y su longitud 
máxima es. 23 El valor predeterminado es sm-clarify.

• initial_instance_count: especifica el número de instancias del punto de conexión de 
sombra. Se requiere si se proporciona model_name en lugar de endpoint_name. El valor 
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de initial_instance_count puede ser diferente al InstanceCountdel trabajo, pero 
recomendamos una proporción de 1:1.

• instance_type: especifica el tipo de instancia del punto de conexión de sombra. Se requiere si 
se proporciona model_name en lugar de endpoint_name. Por ejemplo, instance_type
se puede configurar en “ml.m5.large”. En algunos casos, el valor especificado para
instance_type puede ayudar a reducir el tiempo de inferencia del modelo. Por ejemplo, para 
funcionar de manera eficiente, los modelos de procesamiento de lenguaje natural y los modelos 
de visión artificial suelen requerir un tipo de instancia de unidad de procesamiento de gráficos 
(GPU).

• accelerator_type: (opcional) especifica el tipo de acelerador de Elastic Inference (EI) que se va 
a conectar al punto de conexión de sombra. Aplicable si proporciona model_name en lugar de
endpoint_name para accelerator_type. Un valor de ejemplo para accelerator_type es
ml.eia2.large. El valor predeterminado es no utilizar un acelerador.

• endpoint_name: el nombre del SageMaker punto final creado por la API. CreateEndpoint Si 
se proporciona, endpoint_name tiene prioridad sobre el parámetro model_name. El uso 
de un punto de conexión existente reduce el tiempo de arranque del punto de conexión de 
sombra, pero también puede provocar un aumento significativo de la carga de ese punto de 
conexión. Además, algunos métodos de análisis (como shap y pdp) generan conjuntos de 
datos sintéticos que se envían al punto de conexión. Esto puede provocar que las métricas del 
punto de conexión o los datos capturados se vean contaminados por datos sintéticos, lo que 
puede no reflejar con precisión el uso en el mundo real. Por estas razones, generalmente no se 
recomienda utilizar un punto final de producción existente para el análisis de Clarify. SageMaker

• target_model: el valor de cadena que se transfiere al TargetModel parámetro de la SageMaker
InvokeEndpointAPI. Necesario si el modelo (especificado mediante el parámetro model_name) o 
el punto de conexión (especificado mediante el parámetro endpoint_name) es multimodelo. Para 
obtener más información sobre los puntos finales multimodelo, consulte. Alojar varios modelos 
en un contenedor detrás de un punto de conexión

• custom_attributes: (opcional) cadena que permite proporcionar información adicional sobre 
una solicitud de inferencia que se envía al punto de conexión. El valor de la cadena se pasa al
CustomAttributes parámetro de la SageMaker InvokeEndpointAPI.

• content_type: formato de entrada del modelo que se utilizará para obtener las predicciones del 
punto de conexión. Si se proporciona, se pasa al ContentType parámetro de la SageMaker
InvokeEndpointAPI.
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• Para facilitar la explicabilidad de la visión artificial, los valores válidos son image/jpeg,
image/png o application/x-npy. Si no se proporciona content_type, el valor 
predeterminado es image/jpeg.

• Para otros tipos de explicabilidad, los valores válidos son text/csv, application/
jsonlines, y application/json. Se requiere un valor para content_type si
dataset_type es “application/x-parquet”. De no ser así, content_type toma el valor 
predeterminado del parámetro dataset_type.

• accept_type: el formato de salida del modelo que se utilizará para obtener las predicciones del 
punto de conexión. El valor de accept_type se pasa al Accept parámetro de la SageMaker
InvokeEndpointAPI.

• Para la explicabilidad de la visión artificial, si model_type es “OBJECT_DETECTION”,
accept_type toma el valor predeterminado application/json.

• Para otros tipos de explicabilidad, los valores válidos son text/csv, application/
jsonlines y application/json. Si no se proporciona un valor para accept_type, el 
valor predeterminado de accept_type es el valor del parámetro content_type.

• content_template: cadena de plantilla que se utiliza para construir la entrada del modelo a 
partir de los registros del conjunto de datos. El parámetro content_template solo se usa 
y es obligatorio si el valor del parámetro content_type es application/jsonlines o
application/json.

Si el parámetro content_type es application/jsonlines, la plantilla solo debe tener un 
marcador de posición, $features, que se sustituye por una lista de características en tiempo 
de ejecución. Por ejemplo, si la plantilla es "{\"myfeatures\":$features}", y si un registro 
tiene tres valores de característica numéricos: 1, 2 y 3, entonces el registro se enviará al modelo 
como JSON Lines {"myfeatures":[1,2,3]}.

Cuando content_type es application/json, la plantilla puede tener un marcador de 
posición $record o records. Si el marcador de posición es record, se sustituye un único 
registro por un registro al que se le haya aplicado la plantilla de record_template. En este 
caso, solo se enviará un registro al modelo cada vez. Si el marcador de posición es $records, 
los registros se sustituyen por una lista de registros, cada uno con una plantilla proporcionada 
por record_template.

• record_template: cadena de plantilla que se utiliza para construir cada registro del modelo a 
partir de las instancias del conjunto de datos. Solo se usa y se requiere cuando content_type
es application/json. La cadena de plantilla puede contener uno de los siguientes valores:
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• Un parámetro $features marcador de posición que se sustituye por una matriz de valores 
de características. Un marcador de posición opcional adicional puede sustituir los nombres de 
los encabezados de las columnas de características en $feature_names. Este marcador de 
posición opcional se sustituirá por una serie de nombres de características.

• Exactamente un marcador de posición $features_kvp que se sustituye por los pares clave-
valor, el nombre de la característica y el valor de la característica.

• Una característica de la configuración headers. Por ejemplo, un nombre de característica A, 
anotado mediante la sintaxis del marcador de posición "${A}" se sustituirá por el valor de la 
característica correspondiente para A.

El valor para record_template se usa con content_template para construir la entrada del 
modelo. A continuación, se muestra un ejemplo de configuración que muestra cómo construir 
una entrada de modelo mediante una plantilla de contenido y registro.

En el siguiente ejemplo de código, los encabezados y las características se definen de la 
siguiente manera.

• `headers`:["A", "B"]

• `features`:[[0,1], [3,4]]

Un ejemplo de entrada del modelo sería el siguiente.

{ 
    "instances": [[0, 1], [3, 4]], 
    "feature_names": ["A", "B"]
}

A continuación, se muestran el ejemplo content_template y los valores del parámetro
record_template para construir el ejemplo anterior de entrada del modelo.

• content_template: "{\"instances\": $records, \"feature_names\": 
$feature_names}"

• record_template: "$features"

En el siguiente ejemplo de código, los encabezados y las características se definen de la 
siguiente manera.

[ 
    { "A": 0, "B": 1 }, 
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    { "A": 3, "B": 4 },
]

A continuación, se muestran el ejemplo  content_template y los valores del parámetro
record_template para construir el ejemplo anterior de entrada del modelo.

• content_template: "$records"

• record_template: "$features_kvp"

A continuación, se muestra un ejemplo de código alternativo para construir la entrada del modelo 
del ejemplo anterior.

• content_template: "$records"

• record_template: "{\"A\": \"${A}\", \"B\": \"${B}\"}"

En el siguiente ejemplo de código, los encabezados y las características se definen de la 
siguiente manera.

{ "A": 0, "B": 1 }

Los valores de los parámetros content_template y record_template de ejemplo que se va a 
construir están arriba: a continuación, la entrada del modelo del ejemplo anterior.

• content_template: "$record"

• record_template: "$features_kvp"

• label: cadena de índice entero de base cero o cadena de expresión JMESPath que se utiliza 
para extraer las etiquetas predichas de la salida del modelo para realizar un análisis del sesgo. 
Si el modelo es multiclase y el parámetro label extrae todas las etiquetas predichas de la 
salida del modelo, se aplica lo siguiente.

• El parámetro probability es necesario para obtener las probabilidades (o puntuaciones) 
correspondientes de la salida del modelo.

• Se elige la etiqueta predicha de la puntuación más alta.

El valor de label dependen del valor del parámetro accept_type de la siguiente manera.

• Si accept_type es text/csv, entonces label es el índice de cualquier etiqueta predicha 
en la salida del modelo.
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• Si accept_type es application/jsonlines o application/json, entonces label
es una expresión JMESPath que se aplica a la salida del modelo para obtener las etiquetas 
predichas.

• label_headers: una matriz de valores que la etiqueta puede incluir en el conjunto de datos. Si se 
solicita un análisis del sesgo, el parámetro probability también es necesario para obtener 
los valores de probabilidad (puntuaciones) correspondientes de la salida del modelo, y se elige 
la etiqueta predicha de la puntuación más alta. Si se solicita un análisis de explicabilidad, los 
encabezados de las etiquetas se utilizan para embellecer el informe de análisis. Se requiere un 
valor para label_headers para la explicabilidad de la visión artificial. Por ejemplo, en el caso 
de un problema de clasificación multiclase, si la etiqueta tiene tres valores posibles, bird, cat y
dog, entonces label_headers se debe establecer en ["bird","cat","dog"].

• probability: (opcional) un índice entero de base cero o una cadena de expresión JMESPath que 
se utiliza para extraer probabilidades (puntuaciones) para el análisis de explicabilidad o para 
elegir la etiqueta predicha para el análisis del sesgo. El valor de probability dependen del 
valor del parámetro accept_type de la siguiente manera.

• Si accept_type es text/csv, probability es el índice de las probabilidades 
(puntuaciones) en la salida del modelo. Si no se proporciona probability, toda la salida del 
modelo se toma como probabilidades (puntuaciones).

• Si accept_type es datos de JSON (application/jsonlines o application/
json), probability debe ser una expresión JMESPath que se utilice para extraer las 
probabilidades (puntuaciones) de la salida del modelo.

Archivos de configuración del análisis de ejemplo

Las siguientes secciones contienen ejemplos de archivos de configuración del análisis para datos 
en formato CSV, formato JSON Lines y para la explicabilidad del procesamiento de lenguaje natural 
(NLP) y la visión artificial.

Configuración del análisis para un conjunto de datos CSV

Los siguientes ejemplos muestran cómo configurar el análisis del sesgo y la explicabilidad para un 
conjunto de datos tabular en formato CSV. En estos ejemplos, el conjunto de datos entrante tiene 
cuatro columnas de características y una columna de etiquetas binarias, Target. El contenido del 
conjunto de datos es el siguiente. Un valor de etiqueta de 1 indica un resultado positivo. La entrada 
de dataset procesamiento proporciona el conjunto de datos al trabajo de SageMaker Clarify.

"Target","Age","Gender","Income","Occupation"
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0,25,0,2850,2
1,36,0,6585,0
1,22,1,1759,1
0,48,0,3446,1
...

Las siguientes secciones muestran cómo calcular las métricas de sesgo previas y posteriores al 
entrenamiento, los valores SHAP y los gráficos de dependencia parcial (PDP) que muestran la 
importancia de la característica para un conjunto de datos en formato CSV.

Cálculo de todas las métricas de sesgo previas al entrenamiento

Este ejemplo de configuración muestra cómo medir si el conjunto de datos de muestra anterior está 
sesgado favorablemente hacia muestras con un valor de Gender de 0. La siguiente configuración de 
análisis indica al trabajo de procesamiento de SageMaker Clarify que calcule todas las métricas de 
sesgo previas al entrenamiento para el conjunto de datos.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        } 
    }
}

Cálculo de todas las métricas de sesgo posteriores al entrenamiento

Puede calcular las métricas de sesgo previas al entrenamiento antes del entrenamiento. Sin 
embargo, debe tener un modelo entrenado para calcular las métricas de sesgo posteriores al 
entrenamiento. El siguiente ejemplo de salida proviene de un modelo de clasificación binaria 
que genera datos en formato CSV. En este ejemplo de salida, cada fila contiene dos columnas. 
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La primera columna contiene la etiqueta predicha y la segunda columna contiene el valor de 
probabilidad de esa etiqueta.

0,0.028986845165491
1,0.825382471084594
...

El siguiente ejemplo de configuración indica al trabajo de procesamiento de SageMaker Clarify 
que calcule todas las métricas de sesgo posibles utilizando el conjunto de datos y las predicciones 
de la salida del modelo. En el ejemplo, el modelo se implementa en un SageMaker punto 
finalyour_endpoint.

Note

En el siguiente código de ejemplo, los parámetros content_type y accept_type no están 
configurados. Por lo tanto, utilizan automáticamente el valor del parámetro dataset_type, que 
es text/csv.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0]
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
            "methods": "all" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "label": 0
    }
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}

Cálculo de los valores SHAP

El siguiente ejemplo de configuración del análisis indica al trabajo que calcule los valores SHAP, 
designando la columna Target como etiquetas y todas las demás columnas como características.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
    "methods": { 
        "shap": { 
            "num_clusters": 1
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "probability": 1
    }
}

En este ejemplo, se omite el parámetro SHAP baseline y el valor del parámetro num_clusters
es 1. Esto indica al procesador SageMaker Clarify que calcule una muestra de referencia de SHAP. 
En este ejemplo, la probabilidad se establece en 1. Esto indica al trabajo de procesamiento de 
SageMaker Clarify que extraiga la puntuación de probabilidad de la segunda columna del resultado 
del modelo (mediante una indexación basada en cero).

Cálculo de los gráficos de dependencia parcial (PDP)

El siguiente ejemplo muestra cómo ver la importancia de la característica Income en el informe 
de análisis mediante los PDP. El parámetro de informe indica al trabajo de procesamiento de 
SageMaker Clarify que genere un informe. Una vez finalizado el trabajo, el informe generado se 
guarda como report.pdf en la ubicación analysis_result. El parámetro grid_resolution
divide el rango de valores de las características en 10 buckets. En conjunto, los parámetros 
especificados en el siguiente ejemplo indican al trabajo de procesamiento de SageMaker Clarify que 
genere un informe que contenga un gráfico PDP Income con 10 segmentos en el eje x. El eje y 
mostrará el impacto marginal de Income en las predicciones.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
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    "methods": { 
        "pdp": { 
            "features": ["Income"], 
            "grid_resolution": 10
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "probability": 1
    },
}

Cálculo de las métricas de sesgo y de la importancia de las características

Puede combinar todos los métodos de los ejemplos de configuración anteriores en un único archivo 
de configuración de análisis y calcularlos todos en un solo trabajo. El siguiente ejemplo muestra una 
configuración de análisis con todos los pasos combinados.

En este ejemplo, el parámetro probability se establece 1 para indicar que las probabilidades 
están contenidas en la segunda columna (mediante la indexación basada en cero). Sin 
embargo, dado que el análisis del sesgo necesita una etiqueta predicha, el parámetro
probability_threshold se establece en 0.5 para convertir la puntuación de probabilidad en 
una etiqueta binaria. En este ejemplo, el parámetro top_k_features del método de los gráficos de 
dependencia parcial pdp se establece en 2. Esto indica al trabajo de procesamiento de SageMaker 
Clarify que calcule las gráficas de dependencia parcial (PDP) para las principales 2 entidades con los 
valores de SHAP globales más altos.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
    "probability_threshold": 0.5, 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
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        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
            "methods": "all" 
        }, 
        "shap": { 
            "num_clusters": 1
        }, 
        "pdp": { 
            "top_k_features": 2, 
            "grid_resolution": 10
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "probability": 1
    }
}

En lugar de implementar el modelo en un punto final, puede proporcionar el nombre del SageMaker 
modelo al trabajo de procesamiento de SageMaker Clarify mediante el parámetro. model_name En 
el siguiente ejemplo se muestra cómo especificar un modelo denominado your_model. El trabajo 
SageMaker de procesamiento de Clarify creará un punto final oculto mediante la configuración.

{ 
     ... 
    "predictor": { 
        "model_name": "your_model", 
        "initial_instance_count": 1, 
        "instance_type": "ml.m5.large", 
        "probability": 1
    }
}

Configuración del análisis para un conjunto de datos JSON Lines

Los siguientes ejemplos muestran cómo configurar el análisis de sesgo y el análisis de explicabilidad 
para un conjunto de datos tabular en formato JSON Lines. En estos ejemplos, el conjunto de datos 
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entrante tiene los mismos datos que en la sección anterior, pero están en el formato denso de 
líneas SageMaker JSON. Cada línea es un objeto JSON válido. La clave “Features” apunta a una 
matriz de valores de características, y la clave “Label” apunta a la etiqueta de verdad fundamental. 
La entrada de procesamiento del «conjunto de datos» proporciona el conjunto de datos al trabajo 
de SageMaker Clarify. Para obtener más información sobre la líneas JSON, consulte Formato de 
solicitud JSONLINES.

{"Features":[25,0,2850,2],"Label":0}
{"Features":[36,0,6585,0],"Label":1}
{"Features":[22,1,1759,1],"Label":1}
{"Features":[48,0,3446,1],"Label":0}
...

Las siguientes secciones muestran cómo calcular las métricas de sesgo previas y posteriores al 
entrenamiento, los valores SHAP y los gráficos de dependencia parcial (PDP) que muestran la 
importancia de la característica para un conjunto de datos en formato JSON Lines.

Cálculo de las métricas de sesgo previas al entrenamiento

Especifique la etiqueta, las características, el formato y los métodos para medir las métricas de 
sesgo previas al entrenamiento con un valor Gender de 0. En el siguiente ejemplo, el parámetro
headers proporciona primero los nombres de las características. El nombre de la etiqueta se 
proporciona en último lugar. Por convención, el último encabezado es el encabezado de la etiqueta.

El features parámetro se establece en la expresión «Características» de JMEspath para que el 
trabajo de procesamiento de SageMaker Clarify pueda extraer la matriz de características de cada 
registro. El label parámetro se establece en la expresión «Label» de JMEspath para que el trabajo 
de procesamiento de SageMaker Clarify pueda extraer la etiqueta fundamental de cada registro. 
Utilice un nombre de faceta para especificar el atributo sensible, como se indica a continuación.

{ 
    "dataset_type": "application/jsonlines", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "Label", 
    "features": "Features", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
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        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        } 
    }
}

Cálculo de todas las métricas de sesgo

Debe tener un modelo entrenado para calcular las métricas de sesgo posteriores al entrenamiento. 
El siguiente ejemplo proviene de un modelo de clasificación binaria que genera datos en formato 
JSON Lines en el formato del ejemplo. Cada fila de la salida del modelo es un objeto JSON válido. 
La clave predicted_label apunta a la etiqueta predicha y la clave probability apunta al valor 
de probabilidad.

{"predicted_label":0,"probability":0.028986845165491}
{"predicted_label":1,"probability":0.825382471084594}
...

Puede implementar el modelo en un SageMaker punto final denominado. your_endpoint El 
siguiente ejemplo de configuración de análisis indica al trabajo de procesamiento SageMaker de 
Clarify que calcule todas las métricas de sesgo posibles tanto para el conjunto de datos como para 
el modelo. En el ejemplo, los parámetros content_type y accept_type no están definidos. 
Por lo tanto, utilizan automáticamente el valor del parámetro dataset_type, que es application/
jsonlines. El trabajo SageMaker de procesamiento de Clarify usa el content_template
parámetro para componer la entrada del modelo, reemplazando el $features marcador de posición 
por una matriz de características.

{ 
    "dataset_type": "application/jsonlines", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "Label", 
    "features": "Features", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
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        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
            "methods": "all" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "{\"Features\":$features}", 
        "label": "predicted_label" 
    }
}

Cálculo de los valores SHAP

Como el análisis SHAP no necesita una etiqueta de verdad fundamental, se omite el parámetro
label. En este ejemplo, también se omite el parámetro headers. Por lo tanto, el SageMaker 
trabajo de procesamiento de Clarify debe generar marcadores de posición con nombres genéricos, 
como column_0 o column_1 para encabezados de entidades, y label0 para un encabezado 
de etiqueta. Puede especificar valores para headers y para label a fin de mejorar la legibilidad 
del resultado del análisis. Como el parámetro de probabilidad está establecido en la expresión 
JMESPath probability, el valor de probabilidad se extraerá de la salida del modelo. A 
continuación se muestra un ejemplo para calcular valores SHAP.

{ 
    "dataset_type": "application/jsonlines", 
    "features": "Features", 
    "methods": { 
        "shap": { 
            "num_clusters": 1 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "{\"Features\":$features}", 
        "probability": "probability" 
    }
}
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Cálculo de los gráficos de dependencia parcial (PDP)

El siguiente ejemplo muestra cómo ver la importancia de los “ingresos” en el PDP. En este ejemplo, 
no se proporcionan los encabezados de las características. Por lo tanto, el parámetro features del 
método pdp debe utilizar un índice de base cero para hacer referencia a la ubicación de la columna 
de características. El parámetro grid_resolution divide el rango de valores de las características 
en 10 buckets. En conjunto, los parámetros del ejemplo indican al trabajo de procesamiento de 
SageMaker Clarify que genere un informe que contenga un gráfico PDP Income con 10 segmentos 
en el eje x. El eje y mostrará el impacto marginal de Income en las predicciones.

{ 
    "dataset_type": "application/jsonlines", 
    "features": "Features", 
    "methods": { 
        "pdp": { 
            "features": [2], 
            "grid_resolution": 10
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "{\"Features\":$features}", 
        "probability": "probability" 
    }
}

Cálculo de las métricas de sesgo y de la importancia de las características

Puede combinar todos los métodos anteriores en un único archivo de configuración de análisis y 
calcularlos todos en un solo trabajo. El siguiente ejemplo muestra una configuración de análisis 
con todos los pasos combinados. En el ejemplo, el parámetro probability está definido. Dado 
que el análisis del sesgo necesita una etiqueta predicha, el parámetro probability_threshold
se establece en 0.5 para convertir la puntuación de probabilidad en una etiqueta binaria. En este 
ejemplo, el parámetro top_k_features del método pdp se establece en 2. Esto indica al trabajo 
de procesamiento de SageMaker Clarify que calcule los PDP de las principales 2 entidades con los 
valores de SHAP globales más altos.

{ 
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    "dataset_type": "application/jsonlines", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "Label", 
    "features": "Features", 
    "probability_threshold": 0.5, 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
            "methods": "all" 
        }, 
        "shap": { 
            "num_clusters": 1
        }, 
        "pdp": { 
            "top_k_features": 2, 
            "grid_resolution": 10
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "{\"Features\":$features}", 
        "probability": "probability" 
    }
}

Configuración del análisis para un conjunto de datos JSON

Los siguientes ejemplos muestran cómo configurar el análisis del sesgo y la explicabilidad para un 
conjunto de datos tabular en formato JSON. En estos ejemplos, el conjunto de datos entrante tiene 
los mismos datos que en la sección anterior, pero están en formato denso SageMaker JSON. Para 
obtener más información sobre la líneas JSON, consulte Formato de solicitud JSONLINES.
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Toda la solicitud de entrada es un formato JSON válido, donde la estructura externa es una 
lista y cada elemento son los datos de un registro. Dentro de cada registro, la clave Features
apunta a una matriz de valores de características, y la clave Label apunta a la etiqueta de verdad 
fundamental. La entrada de dataset procesamiento proporciona el conjunto de datos al trabajo de 
SageMaker Clarify.

[ 
    {"Features":[25,0,2850,2],"Label":0}, 
    {"Features":[36,0,6585,0],"Label":1}, 
    {"Features":[22,1,1759,1],"Label":1}, 
    {"Features":[48,0,3446,1],"Label":0}, 
    ...
]

Las siguientes secciones muestran cómo calcular las métricas de sesgo previas y posteriores al 
entrenamiento, los valores SHAP y los gráficos de dependencia parcial (PDP) que muestran la 
importancia de la característica para un conjunto de datos en formato JSON Lines.

Cálculo de las métricas de sesgo previas al entrenamiento

Especifique la etiqueta, las características, el formato y los métodos para medir las métricas de 
sesgo previas al entrenamiento con un valor Gender de 0. En el siguiente ejemplo, el parámetro
headers proporciona primero los nombres de las características. El nombre de la etiqueta se 
proporciona en último lugar. En el caso de los conjuntos de datos JSON, el último encabezado es el 
encabezado de la etiqueta.

El parámetro features se establece en la expresión JMESPath que extrae un conjunto o matriz 2D. 
Cada fila de esta matriz debe contener la lista de Features para cada registro. El parámetro label
se establece en la expresión JMESPath que extrae una lista de etiquetas de verdad fundamental. 
Cada elemento de esta lista debe contener la etiqueta de un registro.

Utilice un nombre de faceta para especificar el atributo sensible, como se indica a continuación.

{ 
    "dataset_type": "application/json", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "[*].Label", 
    "features": "[*].Features", 
    "label_values_or_threshold": [1], 
    "facet": [ 
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        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        } 
    }
}

Cálculo de todas las métricas de sesgo

Debe tener un modelo entrenado para calcular las métricas de sesgo posteriores al entrenamiento. 
El siguiente ejemplo de código proviene de un modelo de clasificación binaria que genera datos 
en formato JSON en el formato del ejemplo. En el ejemplo, cada uno de los elementos en
predictions es el resultado de la predicción de un registro. El código de ejemplo contiene la clave
predicted_label, que apunta a la etiqueta predicha, y la clave probability que apunta al valor 
de probabilidad.

{ 
    "predictions": [ 
        {"predicted_label":0,"probability":0.028986845165491}, 
        {"predicted_label":1,"probability":0.825382471084594}, 
        ... 
    ]
}

Puede implementar el modelo en un SageMaker punto final denominadoyour_endpoint.

En el siguiente ejemplo, los parámetros content_type y accept_type no están configurados. 
Por lo tanto, content_type y accept_type utilizan automáticamente el valor del parámetro
dataset_type, que es application/json. A continuación SageMaker , el trabajo de 
procesamiento de Clarify utiliza el content_template parámetro para componer la entrada del 
modelo.

En el siguiente ejemplo, la entrada del modelo se compone a través de la sustitución del marcador 
de posición $records por una matriz de registros. A continuación, el parámetro record_template
compone la estructura JSON de cada registro y reemplaza el marcador de posición $features por 
la matriz de características de cada registro.
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El siguiente ejemplo de configuración de análisis indica al trabajo de procesamiento SageMaker de 
Clarify que calcule todas las métricas de sesgo posibles tanto para el conjunto de datos como para el 
modelo.

{ 
    "dataset_type": "application/json", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "[*].Label", 
    "features": "[*].Features", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
            "methods": "all" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "$records", 
        "record_template": "{\"Features\":$features}", 
        "label": "predictions[*].predicted_label" 
    }
}

Cálculo de los valores SHAP

No es necesario especificar una etiqueta para el análisis SHAP. En el siguiente ejemplo, el 
parámetro headers no está configurado. Por lo tanto, el SageMaker trabajo de procesamiento de 
Clarify generará marcadores de posición con nombres genéricos, como column_0 o column_1 para 
encabezados de entidades, y label0 para un encabezado de etiqueta. Puede especificar valores 
para headers y para label a fin de mejorar la legibilidad del resultado del análisis.
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En el siguiente ejemplo de configuración, el parámetro de probabilidad se establece en una 
expresión JMESPath que extrae las probabilidades de cada predicción para cada registro. A 
continuación se muestra un ejemplo para calcular valores SHAP.

{ 
    "dataset_type": "application/json", 
    "features": "[*].Features", 
    "methods": { 
        "shap": { 
            "num_clusters": 1 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "$records", 
        "record_template": "{\"Features\":$features}", 
        "probability": "predictions[*].probability" 
    }
}

Cálculo de los gráficos de dependencia parcial (PDP)

En el siguiente ejemplo se muestra cómo ver la importancia de una característica en los PDP. En 
el ejemplo, no se proporcionan los encabezados de las características. Por lo tanto, el parámetro
features del método pdp debe utilizar un índice de base cero para hacer referencia a la ubicación 
de la columna de características. El parámetro grid_resolution divide el rango de valores de las 
características en 10 buckets.

En conjunto, los parámetros del siguiente ejemplo indican al trabajo de procesamiento de SageMaker 
Clarify que genere un informe que contenga un gráfico PDP Income con 10 segmentos en el eje x. 
El eje y muestra el impacto marginal de Income en las predicciones.

El siguiente ejemplo muestra cómo ver la importancia de los Income en el PDP.

{ 
    "dataset_type": "application/json", 
    "features": "[*].Features", 
    "methods": { 
        "pdp": { 
            "features": [2], 
            "grid_resolution": 10 
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        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "$records", 
        "record_template": "{\"Features\":$features}", 
        "probability": "predictions[*].probability" 
    }
}

Cálculo de las métricas de sesgo y de la importancia de las características

Puede combinar todos los métodos de configuración anteriores en un único archivo de configuración 
de análisis y calcularlos todos en un solo trabajo. El siguiente ejemplo muestra una configuración de 
análisis con todos los pasos combinados.

En el ejemplo, el parámetro probability está definido. Como el análisis del sesgo necesita 
una etiqueta predicha, el parámetro probability_threshold se establece en 0.5 para 
convertir la puntuación de probabilidad en una etiqueta binaria. En este ejemplo, el parámetro
top_k_features del método pdp se establece en 2. Esto indica al trabajo de procesamiento de 
SageMaker Clarify que calcule los PDP para las principales 2 entidades con los valores de SHAP 
globales más altos.

{ 
    "dataset_type": "application/json", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "[*].Label", 
    "features": "[*].Features", 
    "probability_threshold": 0.5, 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
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        }, 
        "post_training_bias": { 
            "methods": "all" 
        }, 
        "shap": { 
            "num_clusters": 1 
        }, 
        "pdp": { 
            "top_k_features": 2, 
            "grid_resolution": 10 
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "$records", 
        "record_template": "{\"Features\":$features}", 
        "probability": "predictions[*].probability" 
    }
}

Configuración del análisis para la explicabilidad del procesamiento de lenguaje natural

El siguiente ejemplo muestra un archivo de configuración del análisis para calcular la importancia de 
las características en el procesamiento de lenguaje natural (NLP). En este ejemplo, el conjunto de 
datos entrante es un conjunto de datos tabular en formato CSV, con una columna de etiqueta binaria 
y dos columnas de características, de la siguiente manera. El conjunto de datos se proporciona al 
trabajo de SageMaker Clarify mediante el parámetro de entrada de dataset procesamiento.

0,2,"They taste gross"
1,3,"Flavor needs work"
1,5,"Taste is awful"
0,1,"The worst"
...

En este ejemplo, se entrenó un modelo de clasificación binaria en el conjunto de datos anterior. El 
modelo acepta datos CSV y genera una puntuación única entre 0 y 1, de la siguiente manera.

0.491656005382537
0.569582343101501
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...

El modelo se utiliza para crear un SageMaker modelo denominado «your_model». La siguiente 
configuración de análisis muestra cómo ejecutar un análisis de explicabilidad simbólica utilizando el 
modelo y el conjunto de datos. El parámetro text_config activa el análisis de explicabilidad del 
NLP. El parámetro granularity indica que el análisis debe analizar los tokens.

En inglés, cada token es una palabra. El siguiente ejemplo también muestra cómo proporcionar 
una instancia de “referencia” SHAP in situ con una “valoración” media de 4. Se utiliza un token de 
máscara especial “[MASK]” para reemplazar un token (palabra) en “Comments”. En este ejemplo 
también se utiliza un tipo de instancia de punto de conexión de GPU para acelerar las inferencias.

{ 
    "dataset_type": "text/csv", 
    "headers": ["Target","Rating","Comments"] 
    "label": "Target", 
    "methods": { 
        "shap": { 
            "text_config": { 
                "granularity": "token", 
                "language": "english" 
            } 
            "baseline": [[4,"[MASK]"]], 
        } 
    }, 
    "predictor": { 
        "model_name": "your_nlp_model", 
        "initial_instance_count": 1, 
        "instance_type": "ml.g4dn.xlarge" 
    }
}

Configuración del análisis para facilitar la explicación de la visión artificial

El siguiente ejemplo muestra un archivo de configuración de análisis que calcula la importancia de 
las características para la visión artificial. En este ejemplo, el conjunto de datos de entrada consta de 
imágenes JPEG. El conjunto de datos se proporciona al trabajo de SageMaker Clarify mediante el 
parámetro de entrada dataset de procesamiento. El ejemplo muestra cómo configurar un análisis 
de explicabilidad mediante un modelo de clasificación de SageMaker imágenes. En el ejemplo, 
un modelo denominado your_cv_ic_model se ha entrenado para clasificar los animales de las 
imágenes JPEG de entrada.
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{ 
    "dataset_type": "application/x-image", 
    "methods": { 
        "shap": { 
             "image_config": { 
                "model_type": "IMAGE_CLASSIFICATION", 
                 "num_segments": 20, 
                "segment_compactness": 10
             } 
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "model_name": "your_cv_ic_model", 
        "initial_instance_count": 1, 
        "instance_type": "ml.p2.xlarge", 
        "label_headers": ["bird","cat","dog"] 
    }
}

Para obtener más información sobre la clasificación de imágenes, consulte. Image Classification - 
MXNet

En este ejemplo, un modelo de detección de SageMaker objetos your_cv_od_model se basa en 
las mismas imágenes JPEG para identificar los animales que aparecen en ellas. En el siguiente 
ejemplo se muestra cómo configurar un análisis de explicabilidad para el modelo de detección de 
objetos.

{ 
    "dataset_type": "application/x-image", 
    "probability_threshold": 0.5, 
    "methods": { 
        "shap": { 
             "image_config": { 
                "model_type": "OBJECT_DETECTION", 
                 "max_objects": 3, 
                "context": 1.0, 
                "iou_threshold": 0.5, 
                 "num_segments": 20, 
                "segment_compactness": 10
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             } 
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "model_name": "your_cv_od_model", 
        "initial_instance_count": 1, 
        "instance_type": "ml.p2.xlarge", 
        "label_headers": ["bird","cat","dog"] 
    }
}

Guía de compatibilidad de formatos de datos

Esta guía describe los tipos de formatos de datos que son compatibles con los trabajos de 
procesamiento SageMaker de Clarify. Los tipos de formatos de datos compatibles incluyen las 
extensiones de archivo, la estructura de datos y los requisitos o restricciones específicos para los 
conjuntos de datos tabulares y de imágenes. Esta guía también muestra cómo comprobar si su 
conjunto de datos cumple con estos requisitos.

En un nivel superior, el trabajo de procesamiento de SageMaker Clarify sigue el modelo de entrada-
proceso-salida para calcular las métricas de sesgo y las atribuciones de características. Consulte los 
siguientes ejemplos para obtener detalles.

La entrada al trabajo de procesamiento de SageMaker Clarify consiste en lo siguiente:

• El conjunto de datos que se va a analizar.

• La configuración del análisis. Para obtener más información sobre cómo configurar un análisis, 
consulteConfiguración del análisis.

Durante la fase de procesamiento, SageMaker Clarify calcula las métricas de sesgo y las 
atribuciones de las características. El trabajo SageMaker de procesamiento de Clarify completa los 
siguientes pasos en el backend:

• El trabajo SageMaker de procesamiento de Clarify analiza la configuración de análisis y carga el 
conjunto de datos.

• Para calcular las métricas de sesgo y las atribuciones de características posteriores al 
entrenamiento, el trabajo requiere predicciones del modelo a partir de su modelo. El trabajo 
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SageMaker de procesamiento de Clarify serializa los datos y los envía como una solicitud a su 
modelo, que se implementa en un punto final de inferencia en SageMaker tiempo real. Después de 
eso, el trabajo de procesamiento SageMaker de Clarify extrae las predicciones de la respuesta.

• El trabajo SageMaker de procesamiento de Clarify realiza el análisis de sesgo y explicabilidad y, a 
continuación, genera los resultados.

Para obtener más información, consulte Cómo funcionan los SageMaker trabajos de procesamiento 
de Clarify.

El parámetro que utilice para especificar el formato de los datos depende del lugar en el flujo de 
procesamiento donde se utilicen los datos, de la siguiente manera:

• Para un conjunto de datos de entrada, utilice el parámetro dataset_type para especificar el 
formato o el tipo MIME.

• Para una solicitud a un punto de conexión, utilice el parámetro content_type para especificar el 
formato.

• Para una respuesta de un punto de conexión, utilice el parámetro accept_type para especificar 
el formato.

El conjunto de datos de entrada, la solicitud y la respuesta hacia y desde el punto de conexión no 
requieren el mismo formato. Por ejemplo, puede usar un conjunto de datos Parquet con una carga de
solicitud CSV y una carga de respuesta JSON Lines si se cumplen las siguientes condiciones.

• El análisis está configurado correctamente.

• El modelo admite los formatos de solicitud y respuesta.

Note

Si accept_type se proporcionan content_type o no, el contenedor SageMaker Clarify 
deduce la y. content_type accept_type

Temas

• Datos tabulares

• Datos de imágenes
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Datos tabulares

Los datos tabulares se refieren a los datos que se pueden cargar en un marco de datos 
bidimensional. En el marco, cada fila representa un registro y cada registro tiene una o más 
columnas. Los valores de cada celda del marco de datos pueden ser de tipo numérico, categórico o 
de texto.

Requisitos previos del conjunto de datos tabular

Antes del análisis, se deben haber aplicado todos los pasos de preprocesamiento necesarios al 
conjunto de datos. Esto incluye la limpieza de datos o la ingeniería de características.

Puede proporcionar uno o varios conjuntos de datos. Si proporciona varios conjuntos de datos, utilice 
lo siguiente para identificarlos en el trabajo de procesamiento de SageMaker Clarify.

• Utilice una configuración con ProcessingInputnombre dataset o de análisis dataset_uri para 
especificar el conjunto de datos principal. Para obtener más información al respectodataset_uri, 
consulte la lista de parámetros enConfiguración del análisis.

• Utilice el parámetro baseline proporcionado en el archivo de configuración del análisis. El 
conjunto de datos de referencia es necesario para el análisis SHAP. Para obtener más información 
sobre el archivo de configuración de análisis, incluidos ejemplos, consulteConfiguración del 
análisis.

En la siguiente tabla se enumeran los formatos de datos compatibles, sus extensiones de archivo y 
los tipos MIME.

Formato de los datos Extensión de archivo Tipo MIME

CSV csv text/csv

Líneas de JSON jsonl application/jsonli 
nes

JSON json application/json

Parquet parquet "application/x-parquet"

Configurar un trabajo de SageMaker procesamiento de Clarify 5682

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ProcessingInput.html


Amazon SageMaker Guía para desarrolladores

En las siguientes secciones se muestran ejemplos de conjuntos de datos tabulares en los formatos 
CSV, JSON Lines y Apache Parquet.

Requisitos previos del conjunto de datos tabular en formato CSV

El trabajo SageMaker de procesamiento Clarify está diseñado para cargar archivos de datos 
CSV en el dialecto csv.excel. Sin embargo, es lo suficientemente flexible como para admitir otros 
terminadores de línea, incluidos \n y \r.

Por motivos de compatibilidad, todos los archivos de datos CSV proporcionados al trabajo de 
procesamiento de SageMaker Clarify deben estar codificados en UTF-8.

Si el conjunto de datos no contiene una fila de encabezado, haga lo siguiente:

• Defina la etiqueta de configuración del análisis en el índice 0. Esto significa que la primera 
columna es la etiqueta de verdad fundamental.

• Si se ha establecido el parámetro headers, configure label en el encabezado de la columna 
de etiquetas para indicar la ubicación de la columna de etiquetas. Todas las demás columnas se 
designan como características.

A continuación, se muestra un ejemplo de conjunto de datos que no contiene una fila de 
encabezado.

1,5,2.8,2.538,This is a good product
0,1,0.79,0.475,Bad shopping experience
...

Si los datos contienen una fila de encabezado, defina el parámetro label en el índice 0. Para indicar 
la ubicación de la columna de etiquetas, utilice el encabezado de la etiqueta de verdad fundamental
Label. Todas las demás columnas se designan como características.

A continuación, se muestra un ejemplo de conjunto de datos que contiene una fila de encabezado.

Label,Rating,A12,A13,Comments
1,5,2.8,2.538,This is a good product
0,1,0.79,0.475,Bad shopping experience
...
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Requisitos previos del conjunto de datos tabular en formato JSON

JSON es un formato flexible para representar datos estructurados que contienen cualquier nivel 
de complejidad. La compatibilidad SageMaker de Clarify con JSON no se limita a ningún formato 
específico y, por lo tanto, permite formatos de datos más flexibles en comparación con los conjuntos 
de datos en formatos CSV o JSON Lines. Esta guía muestra cómo establecer una configuración de 
análisis para datos tabulares en formato JSON.

Note

Para garantizar la compatibilidad, todos los archivos de datos JSON proporcionados al 
trabajo de procesamiento de SageMaker Clarify deben estar codificados en UTF-8.

El siguiente es un ejemplo de datos de entrada con registros que contienen una clave de nivel 
superior, una lista de características y una etiqueta.

[ 
    {"features":[1,5,2.8,2.538,"This is a good product"],"label":1}, 
    {"features":[0,1,0.79,0.475,"Bad shopping experience"],"label":0}, 
    ...
]

Un ejemplo de análisis de configuración para el conjunto de datos de ejemplo de entrada anterior 
debe establecer los siguientes parámetros:

• El parámetro label debe usar la expresión JMESPath [*].label para extraer la etiqueta de 
verdad fundamental de cada registro del conjunto de datos. La expresión JMESPath debe producir 
una lista de etiquetas donde la etiqueta iésima se corresponda con el registro iésimo.

• El parámetro features debe usar la expresión JMESPath [*].features para extraer una 
matriz de características para cada registro del conjunto de datos. La expresión JMESPath debe 
producir un conjunto o matriz 2D donde la fila iésima contiene los valores de las características para 
el correspondiente registro iésimo.

El siguiente es un ejemplo de datos de entrada con registros que contienen una clave de nivel 
superior y una clave anidada que contiene una lista de características y etiquetas para cada 
registro.
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{ 
    "data": [ 
        {"features":[1,5,2.8,2.538,"This is a good product"],"label":1}}, 
        {"features":[0,1,0.79,0.475,"Bad shopping experience"],"label":0}} 
    ]
}

Un ejemplo de análisis de configuración para el conjunto de datos de ejemplo de entrada anterior 
debe establecer los siguientes parámetros:

• El parámetro label usa la expresión JMESPath data[*].label para extraer la etiqueta de 
verdad fundamental de cada registro del conjunto de datos. La expresión JMESPath debe producir 
una lista de etiquetas donde la etiqueta iésima es para el registro iésimo.

• El parámetro features usa la expresión JMESPath data[*].features para extraer una matriz 
de características para cada registro del conjunto de datos. La expresión JMESPath debe producir 
un conjunto o matriz 2D donde la fila iésima contiene los valores de la característica para el registro 
iésimo

Requisitos previos del conjunto de datos tabular en formato JSON Lines

JSON Lines es un formato de texto para representar datos estructurados en el que cada línea es 
un objeto JSON válido. Actualmente, los SageMaker trabajos de procesamiento de Clarify solo 
admiten líneas JSON de formato SageMaker denso. Para cumplir con el formato requerido, todas 
las características de un registro deben aparecer en una única matriz JSON. Para obtener más 
información sobre la líneas JSON, consulte Formato de solicitud JSONLINES.

Note

Todos los archivos de datos de JSON Lines proporcionados al trabajo SageMaker de 
procesamiento de Clarify deben estar codificados en UTF-8 para garantizar la compatibilidad.

El siguiente es un ejemplo de cómo establecer una configuración de análisis para un registro que 
contiene una clave de nivel superior y una lista de elementos.

{"features":[1,5,2.8,2.538,"This is a good product"],"label":1}
{"features":[0,1,0.79,0.475,"Bad shopping experience"],"label":0}
...
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El análisis de configuración para el ejemplo de conjunto de datos anterior debe establecer los 
siguientes parámetros:

• Para indicar la ubicación de la etiqueta de verdad fundamental, el parámetro label debe 
configurarse en la expresión JMESPath label.

• Para indicar la ubicación de la matriz de características, el parámetro features debe configurarse 
en la expresión JMESPath features.

El siguiente es un ejemplo de cómo establecer una configuración de análisis para un registro que 
contiene una clave de nivel superior y una clave anidada que contiene una lista de elementos.

{"data":{"features":[1,5,2.8,2.538,"This is a good product"],"label":1}}
{"data":{"features":[0,1,0.79,0.475,"Bad shopping experience"],"label":0}}
...

El análisis de configuración para el ejemplo de conjunto de datos anterior debe establecer los 
siguientes parámetros:

• Para indicar la ubicación de la etiqueta de verdad fundamental, el parámetro label debe 
configurarse en la expresión JMESPath data.label.

• Para indicar la ubicación de la matriz de características, el parámetro features debe configurarse 
en la expresión JMESPath data.features.

Requisitos previos del conjunto de datos tabular en formato Parquet

Parquet es un formato de datos binarios orientado a columnas. Actualmente, los trabajos de 
SageMaker procesamiento de Clarify admiten la carga de archivos de datos de Parquet solo cuando 
el número de instancias de procesamiento es igual. 1

Como los trabajos de procesamiento de SageMaker Clarify no admiten la solicitud de punto final ni 
la respuesta del punto final en formato Parquet, debe especificar el formato de datos de la solicitud 
de punto final configurando el parámetro content_type de configuración del análisis en un formato 
compatible. Para obtener más información, consulte content_type en Configuración del análisis.

Los datos de Parquet deben tener nombres de columna con formato de cadena. Utilice el parámetro
label de configuración del análisis para establecer el nombre de la columna de etiquetas para 
indicar la ubicación de las etiquetas de verdad fundamental. Todas las demás columnas se designan 
como características.
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Solicitudes de punto de conexión para datos tabulares

Para obtener predicciones de modelos para el análisis de sesgos y el análisis de la importancia de 
las características después del entrenamiento, los trabajos de procesamiento de SageMaker Clarify 
serializan los datos tabulares en bytes y los envían a un punto final de inferencia como carga útil de 
solicitud. Estos datos tabulares se obtienen del conjunto de datos de entrada o se generan. Si se 
trata de datos sintéticos, los genera el explicador para el análisis SHAP o el análisis PDP.

El formato de datos de la carga de solicitud debe especificarse mediante el parámetro
content_type de configuración del análisis. Si no se proporciona el parámetro, el trabajo 
de procesamiento SageMaker de Clarify utilizará el valor del dataset_type parámetro como 
tipo de contenido. Para obtener más información sobre content_type odataset_type, 
consulteConfiguración del análisis.

En las siguientes secciones se muestran ejemplos de solicitudes de punto de conexión en los 
formatos CSV y JSON Lines.

Solicitud de punto de conexión en formato CSV

El trabajo SageMaker de procesamiento Clarify puede serializar datos en formato CSV (tipo 
MIME:text/csv). En la siguiente tabla se muestran ejemplos de cargas de solicitud serializadas.

Carga de solicitud de punto de conexión 
(representación de cadena)

Comentarios

'1,2,3,4' Registro único (cuatro características 
numéricas).

'1,2,3,4\n5,6,7,8' Dos registros, separados por un salto de línea 
'\n'.

'"Este es un buen producto",5' Registro único (una característica de texto y 
una característica numérica).

‘"Este es un buen producto",5\n"Mala experienc 
ia de compra",1’

Dos registros.
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Solicitud de punto de conexión en formato JSON Lines

El trabajo SageMaker de procesamiento Clarify puede serializar datos en un formato denso de líneas 
SageMaker JSON (tipo MIME:). application/jsonlines Para obtener más información sobre la 
líneas JSON, consulte Formato de solicitud JSONLINES.

Para transformar los datos tabulares en datos JSON, proporcione una cadena de plantilla al 
parámetro de configuración del análisis content_template. Para obtener más información sobre
content_template consulte Configuración del análisis. En la siguiente tabla se muestran ejemplos 
de cargas de solicitud JSON Lines serializadas.

Carga de solicitud de punto de conexión 
(representación de cadena)

Comentarios

'{"datos":{"características":[1,2,3,4]}}' Registro único. En este caso, la plantilla se 
parece a '{"data":{"features":
$features}}'  y $features  se sustituye 
por la lista de características [1,2,3,4] .

'{"datos":{"características":[1,2,3,4]}}\n{"datos":
{"características":[5,6,7,8]}}'

Dos registros.

'{"características":["Este es un buen producto" 
,5]}'

Registro único. En este caso, la plantilla se 
parece a '{"features":$features}'  y 
$features se reemplaza por la lista de caracterí 
sticas ["This is a good product",5] .

'{"características":["Este es un buen producto" 
,5]}\n{"características":["Mala experiencia de 
compra",1]}'

Dos registros.

Solicitud de punto de conexión está en formato JSON

Un trabajo SageMaker de procesamiento de Clarify puede serializar datos en estructuras JSON 
arbitrarias (tipo MIME:). application/json Para ello, debe proporcionar una cadena de plantilla 
al parámetro de configuración del análisis content_template. El trabajo de procesamiento de 
SageMaker Clarify lo utiliza para construir la estructura JSON externa. También debe proporcionar 
una cadena de plantilla para record_template, que se utilizará para construir la estructura JSON 
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de cada registro. Para obtener más información sobre content_template y record_template, 
consulte Configuración del análisis.

Note

Como content_template y record_template son parámetros de cadena, cualquier 
carácter entre comillas dobles (") que forme parte de la estructura serializada de JSON debe 
anotarse como un carácter de escape en la configuración. Por ejemplo, si quiere evitar las 
comillas dobles en Python, puede introducir lo siguiente para content_template.

"{\"data\":{\"features\":$record}}}"

La siguiente tabla muestra ejemplos de cargas de solicitud JSON serializadas y los parámetros
content_template y record_template correspondientes que se requieren para construirlas.

Carga de solicitud de 
punto de conexión 
(representación de 
cadena)

Comentarios plantilla_contenido plantilla_registro

'{"datos":{"caract 
erísticas":[1,2,3,4]}}'

Registro único cada 
vez.

'{"datos":{"caract 
erísticas":$registro}}}'

“$características”

'{"instancias":[[0, 1], 
[3, 4]], "nombres- 
característica": ["A", 
"B"]}'

Registros múltiples 
con nombres de 
características.

‘{"instancias":$re 
gistros, "nombres- 
característica":$n 
ombres-característ 
ica}'

“$características"

'[{"A": 0, "B": 1}, {"A": 
3, "B": 4}]'

Pares de registros 
múltiples y pares 
clave-valor.

“$registros" “$características_kvp"

‘{"A": 0, "B": 1}' Registro único cada 
vez y pares clave-val 
or.

"$record" "$características_kvp"
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Carga de solicitud de 
punto de conexión 
(representación de 
cadena)

Comentarios plantilla_contenido plantilla_registro

‘{"A": 0, "anidado": 
{"B": 1}}'

Como alternativa, 
utilice la plantilla 
_registro completam 
ente detallada para 
estructuras arbitrarias.

"$record" '{"A": "${A}", "anidado" 
: {"B": "${B}"}}'

Respuesta del punto de conexión para datos tabulares

Una vez que el SageMaker trabajo de procesamiento de Clarify recibe la respuesta de una 
invocación del punto final de inferencia, deserializa la carga útil de la respuesta y extrae predicciones 
de la misma. Utilice el parámetro accept_type de configuración del análisis para especificar 
el formato de datos de la carga de respuesta. Si no accept_type se proporciona, el trabajo de 
procesamiento de SageMaker Clarify utilizará el valor del parámetro content_type como formato de 
salida del modelo. Para obtener más información acerca de accept_type, consulte Configuración 
del análisis.

Las predicciones pueden consistir en etiquetas predichas para el análisis de sesgo o en valores de 
probabilidad (puntuaciones) para el análisis de importancia de las características. En la configuración 
del análisis predictor, los tres parámetros siguientes extraen las predicciones.

• El parámetro probability se utiliza para localizar los valores de probabilidad (puntuaciones) en 
la respuesta del punto de conexión.

• El parámetro label se utiliza para localizar las etiquetas predichas en la respuesta del punto de 
conexión.

• De forma opcional, el parámetro label_headers proporciona las etiquetas predichas para un 
modelo multiclase.

Las siguientes directrices se refieren a las respuestas de los puntos de conexión en los formatos 
CSV, JSON Lines y JSON.
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Respuesta de punto de conexión en formato CSV

Si la carga útil de la respuesta está en formato CSV (tipo MIME:text/csv), el trabajo de 
procesamiento de Clarify SageMaker deserializa cada fila. A continuación, extrae las predicciones 
de los datos deserializados utilizando los índices de columna proporcionados en la configuración de 
análisis. Las filas en la carga de respuesta deben coincidir con los registros en la carga de solicitud.

Las siguientes tablas proporcionan ejemplos de datos de respuesta en diferentes formatos y 
para diferentes tipos de problemas. Los datos pueden diferir de estos ejemplos, siempre que las 
predicciones se puedan extraer de acuerdo con la configuración del análisis.

En las siguientes secciones, se muestran ejemplos de respuestas de punto de conexión en formato 
CSV.

La respuesta del punto de conexión está en formato CSV y solo contiene probabilidades

La siguiente tabla es un ejemplo de respuesta de punto de conexión para problemas de regresión y 
clasificación binaria.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único. '0,6'

Dos registros (los resultados están en una 
línea, separados una coma).

'0,6,0,3'

Dos registros (resultados en dos líneas). '0,6\n0,3'

En el ejemplo anterior, el punto de conexión genera un único valor de probabilidad (puntuación) de la 
etiqueta predicha. Para extraer las probabilidades mediante el índice y utilizarlas para el análisis de 
la importancia de las características, defina el parámetro de configuración del análisis probability
en el índice de columna 0. Estas probabilidades también se pueden usar para el análisis del sesgo si 
se convierten en valores binarios mediante el parámetro probability_threshold. Para obtener 
más información acerca de probability_threshold, consulte Configuración del análisis.

La siguiente tabla es un ejemplo de respuesta de punto de conexión para problemas multiclase.
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Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único de un modelo multiclase (tres 
clases).

'0,1,0,6,0,3'

Dos registros de un modelo multiclase (tres 
clases).

'0,1,0,6,0,3\n0,2,0,5,0,3'

En el ejemplo anterior, el punto de conexión genera una lista de probabilidades (puntuaciones). 
Si no se proporciona ningún índice, se extraen todos los valores y se utilizan para el análisis de la 
importancia de las características. Si se proporciona el parámetro de configuración label_headers
del análisis, Luego, el trabajo SageMaker de procesamiento de Clarify puede seleccionar el 
encabezado de la etiqueta de máxima probabilidad como etiqueta pronosticada, que se puede usar 
para el análisis de sesgos. Para obtener más información acerca de label_headers, consulte
Configuración del análisis.

La respuesta del punto de conexión está en formato CSV y solo contiene la etiqueta predicha

La siguiente tabla es un ejemplo de respuesta de punto de conexión para problemas de regresión y 
clasificación binaria.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '1'

Dos registros (los resultados están en una 
línea, separados una coma)

'1,0'

Dos registros (resultados en dos líneas) '1\n0'

En el ejemplo anterior, el punto de conexión genera la etiqueta predicha en lugar de la probabilidad. 
Establezca el parámetro label de la configuración predictor en el índice de columna 0 para que 
las etiquetas predichas puedan extraerse mediante el índice y utilizarse para el análisis del sesgo.
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La respuesta del punto de conexión está en formato CSV y contiene la etiqueta predicha y la 
probabilidad

La siguiente tabla es un ejemplo de respuesta de punto de conexión para problemas de regresión y 
clasificación binaria.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '1,0,6'

Dos registros '1,0,6\n0,0,3'

En el ejemplo anterior, el punto de conexión genera la etiqueta predicha seguida de su probabilidad. 
Defina el parámetro label de la configuración predictor en el índice de columna 0 y establezca
probability en el índice de columna 1 para extraer los valores de ambos parámetros.

La respuesta del punto de conexión está en formato CSV y contiene las etiquetas predichas y las 
probabilidades (multiclase)

Se puede configurar un modelo multiclase entrenado por Amazon SageMaker Autopilot para generar 
la representación en cadena de la lista de etiquetas y probabilidades pronosticadas. La siguiente 
tabla de ejemplo muestra un ejemplo de respuesta de punto de conexión de un modelo que está 
configurado para generar predicted_label, probability, labels y probabilities.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '"perro",0,6,"[\'gato\', \'perro\', \'pez\']","[0,1, 0,6, 
0,3]"'

Dos registros '"perro",0,6,"[\'gato\', \'perro\', \'pez\']","[0,1, 0,6, 
0,3]"\n""gato",0,7,[\'gato\', \'perro\', \'pez\']","[0,7, 
0,2, 0,1]"'

En el ejemplo anterior, el trabajo de procesamiento SageMaker de Clarify se puede configurar de las 
siguientes maneras para extraer las predicciones.
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Para el análisis del sesgo, el ejemplo anterior se puede configurar como uno de los siguientes.

• Defina el parámetro label de la configuración predictor en 0 para extraer la etiqueta predicha.

• Defina el parámetro en 2 para extraer las etiquetas predichas y establezca probability en 3
para extraer las probabilidades correspondientes. El trabajo SageMaker de procesamiento de 
Clarify puede determinar automáticamente la etiqueta prevista identificando la etiqueta con el 
valor de probabilidad más alto. En relación con el ejemplo anterior de un único registro, el modelo 
predice tres etiquetas: cat, dog y fish, con probabilidades correspondientes de 0.1, 0.6 y
0.3. En función de estas probabilidades, la etiqueta predicha es dog, ya que tiene el valor de 
probabilidad más alto de 0.6.

• Establezca probability en 3 para extraer las probabilidades. Si label_headers
se proporciona, el trabajo de procesamiento SageMaker de Clarify puede determinar 
automáticamente la etiqueta prevista identificando el encabezado de la etiqueta con el valor de 
probabilidad más alto.

Para el análisis de la importancia de las características, el ejemplo anterior se puede configurar de la 
siguiente manera.

• Defina probability en 3 para extraer las probabilidades de todas las etiquetas predichas. 
A continuación, se calcularán las atribuciones de características para todas las etiquetas. Si el 
cliente no especifica label_headers, las etiquetas predichas se utilizarán como encabezados de 
etiquetas en el informe de análisis.

Respuesta de punto de conexión en formato JSON Lines

Si la carga útil de respuesta está en formato de líneas JSON (tipo MIME:application/
jsonlines), el trabajo de procesamiento de SageMaker Clarify deserializa cada línea como JSON. 
A continuación, extrae las predicciones de los datos deserializados utilizando las expresiones 
JMESPath proporcionadas en la configuración del análisis. Las líneas en la carga de respuesta 
deben coincidir con los registros en la carga de solicitud. En las siguientes tablas, se muestran 
ejemplos de datos de respuesta en diferentes formatos. Los datos pueden diferir de estos ejemplos, 
siempre que las predicciones se puedan extraer de acuerdo con la configuración del análisis.

En las siguientes secciones, se muestran ejemplos de respuestas de punto de conexión en formato 
JSON Lines.
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La respuesta del punto de conexión está en formato JSON Lines y solo contiene probabilidades

La siguiente tabla es un ejemplo de respuesta de punto de conexión que solo genera el valor de 
probabilidad (puntuación).

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '{"puntuación":0,6}'

Dos registros '{"puntuación":0,6}\n{"puntuación":0,3}'

En el ejemplo anterior, defina el parámetro de configuración del análisis probability en la 
expresión JMESPath “puntuación” para extraer su valor.

La respuesta del punto de conexión está en formato JSON Lines y solo contiene la etiqueta predicha

La siguiente tabla es un ejemplo de respuesta de punto de conexión que solo genera la etiqueta 
predicha.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '{"predicción":1}'

Dos registros '{"predicción":1}\n{"predicción":0}'

Para el ejemplo anterior, defina el parámetro label de la configuración del predictor en la expresión 
JMESPath prediction. A continuación, el trabajo de procesamiento de SageMaker Clarify puede 
extraer las etiquetas pronosticadas para realizar un análisis de sesgo. Para obtener más información, 
consulte Configuración del análisis.

La respuesta del punto de conexión está en formato JSON Lines y contiene la etiqueta predicha y la 
probabilidad

La siguiente tabla es un ejemplo de respuesta de punto de conexión que genera la etiqueta predicha 
y su puntuación.
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Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '{"predicción":1,"puntuación":0,6}'

Dos registros '{"predicción":1,"puntuación":0,6}\n{"predicc 
ión":0,"puntuación":0,3}'

En el ejemplo anterior, defina el parámetro label de la configuración predictor como la expresión 
JMESPath “predicción” para extraer las etiquetas predichas. Defina probability en la expresión 
JMESPath “puntuación” para extraer la probabilidad. Para obtener más información, consulte
Configuración del análisis.

La respuesta del punto de conexión está en formato JSON Lines y contiene las etiquetas predichas y 
las probabilidades (multiclase)

La siguiente tabla es un ejemplo de la respuesta de punto de conexión de un modelo multiclase que 
genera lo siguiente:

• Una lista de etiquetas predichas.

• Probabilidades, y la etiqueta predicha seleccionada y su probabilidad.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '{"etiqueta_predicha":"perro","probabilidad": 
0,6,"etiquetas_predichas":["gato","perro","pe 
z"],"probabilidades":[0,1,0,6,0,3]}'

Dos registros '{"etiqueta_predicha":"perro","probabilidad": 
0,6,"etiquetas_predichas":["gato","perro","pe 
z"],"probabilidades":[0,1,0,6,0,3]}\n{"etique 
ta_predicha":"gato","probabilidad":0,7,"etiqu 
etas_predichas":["gato","perro","pez"],"proba 
bilidades":[0,7,0,2,0,1]}'
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En el ejemplo anterior, el trabajo SageMaker de procesamiento de Clarify se puede configurar de 
varias formas para extraer las predicciones.

Para el análisis del sesgo, el ejemplo anterior se puede configurar como uno de los siguientes.

• Defina el parámetro label de la configuración predictor como la expresión JMESPath 
“etiqueta_predicha” para extraer la etiqueta predicha.

• Defina el parámetro como la expresión JMESPath “etiquetas_predichas” para extraer las etiquetas 
predichas. Defina probability en la expresión JMESPath “probabilidades” para extraer las 
probabilidades. El trabajo SageMaker de Clarify determina automáticamente la etiqueta prevista 
identificando la etiqueta con el valor de probabilidad más alto.

• Defina probability en la expresión JMESPath “probabilidades” para extraer las probabilidades. 
Si label_headers se proporciona, el trabajo de SageMaker procesamiento de Clarify puede 
determinar automáticamente la etiqueta prevista identificando la etiqueta con el valor de 
probabilidad más alto.

Para un análisis de importancia de una característica, haga lo siguiente.

• Defina probability en la expresión JMESPath “probabilidades” para extraer las probabilidades 
de todas las etiquetas predichas. A continuación, se calcularán las atribuciones de características 
para todas las etiquetas.

Respuesta de punto de conexión en formato JSON

Si la carga útil de respuesta está en formato JSON (tipo MIME:application/json), el trabajo 
de procesamiento de SageMaker Clarify deserializa toda la carga útil como JSON. A continuación, 
extrae las predicciones de los datos deserializados utilizando las expresiones JMESPath 
proporcionadas en la configuración del análisis. Los registros en la carga de respuesta deben 
coincidir con los registros en la carga de solicitud.

En las siguientes secciones, se muestran ejemplos de respuestas de punto de conexión en formato 
JSON. Las secciones contienen tablas con ejemplos de datos de respuesta en diferentes formatos 
y para diferentes tipos de problemas. Los datos pueden diferir de estos ejemplos, siempre que las 
predicciones se puedan extraer de acuerdo con la configuración del análisis.
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La respuesta del punto de conexión está en formato JSON y solo contiene probabilidades

La siguiente tabla es un ejemplo de respuesta de un punto de conexión que solo genera el valor de 
probabilidad (puntuación).

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '[0,6]'

Dos registros '[0,6,0,3]'

En el ejemplo anterior, no hay ningún salto de línea en la carga de respuesta. En su lugar, un único 
objeto JSON contiene una lista de puntuaciones, una para cada registro de la solicitud. Defina el 
parámetro de configuración del análisis probability en la expresión JMESPath “[*]” para extraer el 
valor.

La respuesta del punto de conexión está en formato JSON y solo contiene la etiqueta predicha

La siguiente tabla es un ejemplo de respuesta de un punto de conexión que solo genera la etiqueta 
predicha.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '{"etiquetas_predichas":[1]}'

Dos registros '{"etiquetas_predichas":[1,0]}'

Defina el label parámetro de la predictor configuración en la expresión de JMEspath 
«predicted_labels» y, a continuación, el trabajo de procesamiento de Clarify podrá extraer las 
etiquetas pronosticadas para realizar un análisis de SageMaker sesgo.

La respuesta del punto de conexión está en formato JSON y contiene la etiqueta predicha y la 
probabilidad

La siguiente tabla es un ejemplo de respuesta de un punto de conexión que genera la etiqueta 
predicha y su puntuación.
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Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '{"predicciones":[{"etiqueta":1,"puntuación":0,6}'

Dos registros ‘{"predicciones":[{"etiqueta":1,"puntuación":0,6},
{"etiqueta":0,"puntuación":0,3}]}'

En el ejemplo anterior, defina el parámetro label de la configuración predictor como la expresión 
JMESPath “predicciones[*].etiqueta” para extraer las etiquetas predichas. Defina probability en la 
expresión JMESPath “predicciones[*].puntuación” para extraer la probabilidad.

La respuesta del punto de conexión está en formato JSON y contiene las etiquetas predichas y las 
probabilidades (multiclase)

La siguiente tabla es un ejemplo de la respuesta de un punto de conexión de un modelo multiclase 
que genera lo siguiente:

• Una lista de etiquetas predichas.

• Probabilidades, y la etiqueta predicha seleccionada y su probabilidad.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Registro único '[{"etiqueta_predicha":"perro","probabilidad" 
:0,6,"etiquetas_predichas":["gato","perro","p 
ez"],"probabilidades":[0,1,0,6,0,3]}]'

Dos registros '[{"etiqueta_predicha":"perro","probabilidad" 
:0,6,"etiquetas_predichas":["gato","perro","p 
ez"],"probabilidades":[0,1,0,6,0,3]},{"etique 
ta_predicha":"gato","probabilidad":0,7,"etiqu 
etas_predichas":["gato","perro","pez"],"proba 
bilidades":[0,7,0,2,0,1]}]'
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El trabajo de SageMaker procesamiento de Clarify se puede configurar de varias formas para extraer 
las predicciones.

Para el análisis del sesgo, el ejemplo anterior se puede configurar como uno de los siguientes.

• Defina el parámetro label de la configuración predictor como la expresión JMESPath 
“[*].etiqueta_predicha” para extraer la etiqueta predicha.

• Defina el parámetro como la expresión JMESPath “[*].etiquetas_predichas” para extraer las 
etiquetas predichas. Defina probability en la expresión JMESPath “[*].probabilidades” para 
extraer las probabilidades. El trabajo SageMaker de procesamiento de Clarify puede determinar 
automáticamente la etiqueta prevista identificando la etiqueta con el valor de proximidad más alto.

• Defina probability en la expresión JMESPath “[*].probabilidades” para extraer las 
probabilidades. Si label_headers se proporciona, el trabajo de SageMaker procesamiento de 
Clarify puede determinar automáticamente la etiqueta prevista identificando la etiqueta con el valor 
de probabilidad más alto.

Para el análisis de la importancia de las características, defina probability en la expresión 
JMESPath “[*].probabilidades” para extraer las probabilidades de todas las etiquetas predichas. A 
continuación, se calcularán las atribuciones de características para todas las etiquetas.

Comprobación previa de la solicitud y la respuesta del punto de conexión para datos tabulares

Se recomienda implementar el modelo SageMaker en un punto final de inferencia en tiempo real 
y enviar las solicitudes al punto final. Examine manualmente las solicitudes y las respuestas para 
asegurarse de que ambas cumplen con los requisitos de la sección Solicitudes de punto de conexión 
para datos tabulares y de la sección Respuesta del punto de conexión para datos tabulares. Si 
el contenedor de modelos admite solicitudes por lotes, puede empezar con una sola solicitud de 
registro y, a continuación, probar con dos o más registros.

En los siguientes comandos se muestra cómo solicitar una respuesta mediante la AWS CLI. Viene 
AWS CLI preinstalado en las instancias de SageMaker Studio Classic y SageMaker Notebook. Si 
tiene que instalar la AWS CLI, siga esta guía de instalación.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name $ENDPOINT_NAME \ 
  --content-type $CONTENT_TYPE \ 
  --accept $ACCEPT_TYPE \ 
  --body $REQUEST_DATA \ 
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  $CLI_BINARY_FORMAT \ 
  /dev/stderr 1>/dev/null

Los parámetros se definen como sigue:

• $ENDPOINT NAME: el nombre del punto de conexión.

• $CONTENT_TYPE: el tipo MIME de la solicitud (entrada del contenedor de modelos).

• $ACCEPT_TYPE: el tipo MIME de la respuesta (salida del contenedor de modelos).

• $REQUEST_DATA: la cadena de carga solicitada.

• $CLI_BINARY_FORMAT: el formato del parámetro de la interfaz de la línea de comandos (CLI). 
En la versión 1 de la AWS CLI, este parámetro debe permanecer en blanco. En la versión 2, este 
parámetro debe establecerse en --cli-binary-format raw-in-base64-out.

Note

La v2 de la AWS CLI pasa los parámetros binarios como cadenas codificadas en base64 de 
forma predeterminada.

Los siguientes ejemplos de solicitud y respuesta hacia y desde el punto de conexión utilizan la v1 de 
la AWS CLI.

Solicitud y respuesta del punto de conexión en formato CSV

En el siguiente ejemplo de código, la solicitud consta de un único registro y la respuesta es su valor 
de probabilidad.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-xgboost-model \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body '1,2,3,4' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

0.6
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En el siguiente ejemplo de código, la solicitud consta de dos registros y la respuesta incluye sus 
probabilidades, que están separadas por una coma.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-xgboost-model \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, la expresión $'content' del comando --body indica al comando 
que interprete '\n' en el contenido como un salto de línea. A continuación, se muestra el resultado 
de respuesta.

0.6,0.3

En el siguiente ejemplo de código, la solicitud consta de dos registros y la respuesta incluye sus 
probabilidades, que están separadas por un salto de línea.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

0.6
0.3

En el siguiente ejemplo de código, la solicitud consta de un único registro y la respuesta son los 
valores de probabilidad de un modelo multiclase que contiene tres clases.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body '1,2,3,4' \ 
  /dev/stderr 1>/dev/null

Configurar un trabajo de SageMaker procesamiento de Clarify 5702



Amazon SageMaker Guía para desarrolladores

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

0.1,0.6,0.3

En el siguiente ejemplo de código, la solicitud consta de dos registros y la respuesta son los valores 
de probabilidad de un modelo multiclase que contiene tres clases.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

0.1,0.6,0.3
0.2,0.5,0.3

En el siguiente ejemplo de código, la solicitud consta de dos registros y la respuesta incluye la 
probabilidad y la etiqueta predicha.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-2 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

1,0.6
0,0.3

En el siguiente ejemplo de código, la solicitud consta de dos registros y la respuesta incluye las 
probabilidades y los encabezados de etiqueta.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-3 \ 
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  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

"['cat','dog','fish']","[0.1,0.6,0.3]"
"['cat','dog','fish']","[0.2,0.5,0.3]"

Solicitud y respuesta del punto de conexión en formato JSON Lines

En el siguiente ejemplo de código, la solicitud consta de un único registro y la respuesta es su valor 
de probabilidad.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body '{"features":["This is a good product",5]}' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

{"score":0.6}

En el siguiente ejemplo de código, la solicitud contiene dos registros y la respuesta incluye la 
probabilidad y la etiqueta predicha.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-2 \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body $'{"features":[1,2,3,4]}\n{"features":[5,6,7,8]}' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

{"predicted_label":1,"probability":0.6}
{"predicted_label":0,"probability":0.3}
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En el siguiente ejemplo de código, la solicitud contiene dos registros y la respuesta incluye las 
probabilidades y los encabezados de etiqueta.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-3 \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body $'{"data":{"features":[1,2,3,4]}}\n{"data":{"features":[5,6,7,8]}}' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

{"predicted_labels":["cat","dog","fish"],"probabilities":[0.1,0.6,0.3]}
{"predicted_labels":["cat","dog","fish"],"probabilities":[0.2,0.5,0.3]}

Solicitud y respuesta del punto de conexión en formatos mixtos

En el siguiente ejemplo de código, la solicitud está en formato CSV y la respuesta en formato JSON 
Lines.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-in-jsonlines-out \ 
  --content-type text/csv \ 
  --accept application/jsonlines \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

{"probability":0.6}
{"probability":0.3}

En el siguiente ejemplo de código, la solicitud está en formato JSON Lines y la respuesta en formato 
CSV.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-in-csv-out \ 
  --content-type application/jsonlines \ 
  --accept text/csv \ 
  --body $'{"features":[1,2,3,4]}\n{"features":[5,6,7,8]}' \ 
  /dev/stderr 1>/dev/null
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En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

0.6
0.3

En el siguiente ejemplo de código, la solicitud está en formato CSV y la respuesta en formato JSON.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-in-jsonlines-out \ 
  --content-type text/csv \ 
  --accept application/jsonlines \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

{"predictions":[{"label":1,"score":0.6},{"label":0,"score":0.3}]}

Datos de imágenes

Un trabajo de procesamiento de SageMaker Clarify permite explicar las imágenes. En este tema 
se proporcionan los requisitos de formato de datos para los datos de imagen. Para obtener más 
información, consulte computer vision.

Requisitos previos del conjunto de datos de imagen

Un conjunto de datos de imagen contiene uno o más archivos de imagen. Para identificar un 
conjunto de datos de entrada para el SageMaker trabajo de procesamiento de Clarify, defina un
ProcessingInputnombre dataset o el dataset_uri parámetro de configuración del análisis en un 
prefijo URI de Amazon S3 de sus archivos de imagen.

Los formatos de archivo de imagen y extensiones de archivo admitidos se enumeran en la siguiente 
tabla.

Formato de imagen Extensión de archivo

JPEG jpg, jpeg

PNG png
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Establezca el parámetro dataset_type de la configuración del análisis en application/x-
image. Como el tipo no es un formato de archivo de imagen específico, se utilizará content_type
para decidir el formato y la extensión del archivo de imagen.

El trabajo SageMaker de procesamiento Clarify carga cada archivo de imagen en una NumPymatriz
tridimensional para su posterior procesamiento. Las tres dimensiones incluyen la altura, la anchura y 
los valores RGB de cada píxel.

Solicitud del punto de conexión para datos de imagen

El SageMaker trabajo de procesamiento Clarify convierte los datos RGB sin procesar de una imagen 
en un formato de imagen compatible, como JPEG. Lo hace antes de enviar los datos al punto de 
conexión para realizar predicciones. Los formatos de imagen compatibles son los siguientes.

Formato de los datos Tipo MIME Extensión de archivo

JPEG image/jpeg jpg, jpeg

PNG image/png png

NPY application/x-npy All above

Especifique el formato de los datos de la carga de la solicitud mediante el parámetro de configuración 
de análisis content_type. Si no se proporciona content_type, el formato de datos se establece 
de forma predeterminada en image/jpeg.

Respuesta del punto de conexión para datos de imagen

Al recibir la respuesta de una invocación de un punto final de inferencia, el trabajo de procesamiento 
de SageMaker Clarify deserializa la carga útil de la respuesta y, a continuación, extrae las 
predicciones de la misma.

Problema de clasificación de imágenes

El formato de datos de la carga de respuesta debe especificarse mediante el parámetro de 
configuración del análisis accept_type. Si no se proporciona accept_type, el formato de datos 
se establece de forma predeterminada en application/json. Los formatos admitidos son los 
mismos que los descritos en la sección Respuesta del punto de conexión para datos tabulares.
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Consulte un Inferencia con el algoritmo Image Classification ejemplo de un algoritmo de clasificación 
de imágenes SageMaker integrado que acepta una sola imagen y, a continuación, devuelve una 
matriz de valores de probabilidad (puntuaciones), cada uno para una clase.

Como se muestra en la siguiente tabla, cuando el parámetro content_type se establece en
application/jsonlines, la respuesta es un objeto JSON.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Imagen única '{"predicción":[0.1,0,6,0.3]}'

En el ejemplo anterior, defina el parámetro probability como la expresión JMESPath “predicción” 
para extraer las puntuaciones.

Cuando el parámetro content_type se establece en application/json, la respuesta es un 
objeto JSON, como se muestra en la siguiente tabla.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Imagen única '[0,1,0,6,0.3]'

En el ejemplo anterior, defina probability en la expresión de JMESPath “[*]” para extraer todos 
los elementos de la matriz. En el ejemplo anterior, se extrae [0.1, 0.6, 0.3]. Como alternativa, si 
omite el parámetro de configuración probability, también se extraerán todos los elementos de la 
matriz. Esto se debe a que toda la carga se deserializa según las predicciones.

Problema de detección de objetos

La configuración de análisis se establece de accept_type forma predeterminada application/
json y el único formato compatible es el formato de inferencia de detección de objetos. Para obtener 
más información sobre los formatos de respuesta, consulte. Formatos de respuesta

La siguiente tabla es un ejemplo de respuesta de un punto de conexión que genera una matriz. Cada 
elemento de la matriz es una matriz de valores que contiene el índice de clase, la puntuación de 
confianza y las coordenadas del cuadro delimitador del objeto detectado.
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Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Imagen única (un objeto) '[[4.0, 0.86419455409049988, 0.3088374 
733924866, 0.07030484080314636, 0.7110607 
028007507, 0.9345266819000244]]'

Imagen única (dos objetos) '[[4,0, 0,86419455409049988, 0,3088374 
733924866, 0,07030484080314636, 0,7110607 
028007507, 0,9345266819000244],[0,0, 
0,73376623392105103, 0,5714187026023865 
, 0,40427327156066895, 0,827075183391571, 
0,9712159633636475]]'

La siguiente tabla es un ejemplo de respuesta de un punto de conexión que genera un objeto JSON 
con una clave que hace referencia a la matriz. Establezca la configuración del análisis probability
en la clave “predicción” para extraer los valores.

Carga de solicitud de punto de conexión Carga de respuesta de punto de conexión 
(representación en cadena)

Imagen única (un objeto) '{"predicción":[[4,0, 0,86419455409049988, 
0,3088374733924866, 0,07030484080314636, 
0,7110607028007507, 0,9345266819000244]]}'

Imagen única (dos objetos) '{"predicción":[[4,0, 0,86419455409049988, 
0,3088374733924866, 0,0703048408031463 
6, 0,7110607028007507, 0,9345266819000244 
],[0,0, 0,73376623392105103, 0,5714187 
026023865, 0,40427327156066895, 0,8270751 
83391571, 0,9712159633636475]]}'

Comprobación previa de la solicitud y la respuesta del punto de conexión para datos de imagen

Se recomienda implementar el modelo SageMaker en un punto final de inferencia en tiempo real y 
enviar las solicitudes al punto final. Examine manualmente las solicitudes y respuestas. Asegúrese 
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de que ambas cumplen los requisitos de la sección Solicitud del punto de conexión para datos de 
imagen y de la sección Respuesta del punto de conexión para datos de imagen.

Los siguientes son dos ejemplos de código que muestran cómo enviar solicitudes y examinar las 
respuestas para detectar objetos y clasificar las imágenes.

Problema de clasificación de imágenes

El siguiente código de ejemplo indica a un punto de conexión que lea un archivo PNG y, a 
continuación, lo clasifique.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-image-classification \ 
  --content-type "image/png" \ 
  --accept "application/json" \ 
  --body fileb://./test.png  \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

[0.1,0.6,0.3]

Problema de detección de objetos

El siguiente código de ejemplo indica a un punto de conexión que lea un archivo JPEG y, a 
continuación, detecte el objeto en él.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-object-detection \ 
  --content-type "image/jpg" \ 
  --accept "application/json" \ 
  --body fileb://./test.jpg  \ 
  /dev/stderr 1>/dev/null

En el ejemplo de código anterior, el resultado de la respuesta es el siguiente.

{"prediction":[[4.0, 0.86419455409049988, 0.3088374733924866, 0.07030484080314636, 
 0.7110607028007507, 0.9345266819000244],[0.0, 0.73376623392105103, 0.5714187026023865, 
 0.40427327156066895, 0.827075183391571, 0.9712159633636475],[4.0, 0.32643985450267792, 
 0.3677481412887573, 0.034883320331573486, 0.6318609714508057, 0.5967587828636169],
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[8.0, 0.22552496790885925, 0.6152569651603699, 0.5722782611846924, 0.882301390171051, 
 0.8985623121261597],[3.0, 0.42260299175977707, 0.019305512309074402, 
 0.08386176824569702, 0.39093565940856934, 0.9574796557426453]]}

Ejecute SageMaker Clarify Processing Jobs para analizar los sesgos y 
facilitar la explicación

Para analizar sus datos y modelos en busca de sesgos y explicabilidad con SageMaker Clarify, debe 
configurar un SageMaker trabajo de procesamiento de Clarify. Esta guía muestra cómo configurar 
las entradas, salidas, recursos y configuración de análisis del trabajo mediante la API del SDK de 
SageMaker PythonSageMakerClarifyProcessor.

La API actúa como un contenedor de alto nivel de la SageMaker CreateProcessingJob
API. Oculta muchos de los detalles necesarios para configurar un trabajo de procesamiento de 
SageMaker Clarify. Los detalles necesarios para configurar un trabajo incluyen la recuperación del 
URI de la imagen del contenedor SageMaker de Clarify y la generación del archivo de configuración 
del análisis. Los siguientes pasos muestran cómo configurar, inicializar y lanzar un trabajo de 
procesamiento de SageMaker Clarify.

Configure un trabajo de SageMaker procesamiento de Clarify mediante la API

1. Defina los objetos de configuración para cada parte de la configuración del trabajo. Estas partes 
pueden incluir las siguientes:

• El conjunto de datos de entrada y la ubicación de salida: DataConfig.

• El modelo o punto final que se va a analizar: ModelConfig.

• Parámetros del análisis de sesgo: BiasConfig.

• Parámetros de análisis de SHapley Additive exPlanations (SHAP): SHAPConfig.

Los objetos de configuración de un trabajo de SageMaker procesamiento de Clarify varían 
según los diferentes tipos de formatos de datos y casos de uso. En las siguientes secciones 
se proporcionan ejemplos de configuración de datos tabulares en formato CSV y JSON Lines, 
procesamiento de lenguaje natural (NLP) y problemas de computer vision.

2. Cree un objeto SageMakerClarifyProcessor e inicialícelo con parámetros que especifiquen 
los recursos del trabajo. Estos recursos incluyen parámetros como el número de instancias de 
computación que se van a utilizar.
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El siguiente ejemplo de código muestra cómo crear un objeto SageMakerClarifyProcessor
e indicarle que utilice una instancia de computación ml.c4.xlarge para realizar el análisis.

from sagemaker import clarify

clarify_processor = clarify.SageMakerClarifyProcessor( 
    role=role, 
    instance_count=1, 
    instance_type='ml.c4.xlarge', 
    sagemaker_session=session,
)

3. Llame al método de ejecución específico del SageMakerClarifyProcessorobjeto junto con los 
objetos de configuración de su caso de uso para lanzar el trabajo. Estos métodos de ejecución 
incluyen lo siguiente:

• run_pre_training_bias

• run_post_training_bias

• run_bias

• run_explainability

• run_bias_and_explainability

SageMakerClarifyProcessor gestiona varias tareas entre bastidores. Estas tareas 
incluyen recuperar el identificador universal de recursos (URI) de la imagen del contenedor 
de SageMaker Clarify, crear un archivo de configuración de análisis basado en los objetos de 
configuración proporcionados, cargar el archivo en un bucket de Amazon S3 y configurar el 
trabajo de procesamiento de SageMaker Clarify.

Las siguientes secciones ampliables muestran cómo calcular las métricas de sesgo previas al 
entrenamiento y posteriores al entrenamiento, los valores SHAP y los gráficos de dependencia 
parcial (PDPs). Las secciones muestran la importancia de las características de estos tipos de 
datos:

• Conjuntos de datos tabulares en formato CSV o formato JSON Lines

• Conjuntos de datos de procesamiento de lenguaje natural (NLP)

• Conjuntos de datos de visión artificial
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Las secciones ampliables incluyen una guía para ejecutar trabajos de procesamiento paralelos de 
SageMaker Clarify con formación distribuida mediante Spark.

Análisis de datos tabulares en formato CSV

Los siguientes ejemplos muestran cómo configurar el análisis del sesgo y el análisis de la 
explicabilidad para un conjunto de datos tabular en formato CSV. En estos ejemplos, el conjunto 
de datos entrante tiene cuatro columnas de características y una columna de etiquetas binarias,
Target. El contenido del conjunto de datos es el siguiente. Un valor de etiqueta de 1 indica un 
resultado positivo.

Target,Age,Gender,Income,Occupation
0,25,0,2850,2
1,36,0,6585,0
1,22,1,1759,1
0,48,0,3446,1
...

Este objeto DataConfig especifica el conjunto de datos de entrada y dónde almacenar la salida. 
El parámetro s3_data_input_path puede ser un URI de un archivo de conjunto de datos o un 
prefijo URI de Amazon S3. Si proporciona un prefijo URI de S3, el trabajo de procesamiento de 
SageMaker Clarify recopila de forma recursiva todos los archivos de Amazon S3 ubicados debajo 
del prefijo. El valor de s3_output_path debe ser un prefijo URI de S3 para contener los resultados 
del análisis. SageMaker usa el valor s3_output_path al compilar y no puede tomar el valor de 
un parámetro, propiedad o ExecutionVariable expresión de SageMaker Pipeline que se utilice 
durante el tiempo de ejecución. En el siguiente ejemplo de código se muestra cómo especificar una 
configuración de datos para el conjunto de datos de entrada de ejemplo anterior.

data_config = clarify.DataConfig( 
    s3_data_input_path=dataset_s3_uri, 
    dataset_type='text/csv', 
    headers=['Target', 'Age', 'Gender', 'Income', 'Occupation'], 
    label='Target', 
    s3_output_path=clarify_job_output_s3_uri,
)

Cómo calcular todas las métricas de sesgo previas al entrenamiento para un conjunto de datos CSV

El siguiente ejemplo de código muestra cómo configurar un objeto BiasConfig para medir el sesgo 
de la entrada de la muestra anterior hacia las muestras con un valor Gender de 0.
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bias_config = clarify.BiasConfig( 
    label_values_or_threshold=[1], 
    facet_name='Gender', 
    facet_values_or_threshold=[0],
)

El siguiente ejemplo de código muestra cómo usar una sentencia de ejecución para lanzar un 
trabajo de procesamiento de SageMaker Clarify que calcula todas las métricas de sesgo previas al 
entrenamiento para un conjunto de datos de entrada.

clarify_processor.run_pre_training_bias( 
     data_config=data_config, 
    data_bias_config=bias_config, 
    methods="all",
)

Como alternativa, puede elegir qué métricas calcular si asigna una lista de métricas de sesgo previas 
al entrenamiento al parámetro de métodos. Por ejemplo, si se methods="all" reemplaza por,
methods=["CI", "DPL"] se indica al procesador SageMaker Clarify que calcule únicamente el
desequilibrio de clases y la diferencia en las proporciones de las etiquetas.

Cómo calcular todas las métricas de sesgo posteriores al entrenamiento para un conjunto de datos 
CSV

Puede calcular las métricas de sesgo previas al entrenamiento antes del entrenamiento. Sin 
embargo, para calcular las métricas de sesgo posteriores al entrenamiento debe tener un modelo 
entrenado. El siguiente ejemplo de salida proviene de un modelo de clasificación binaria que genera 
datos en formato CSV. En este ejemplo de salida, cada fila contiene dos columnas. La primera 
columna contiene la etiqueta predicha y la segunda columna contiene el valor de probabilidad de esa 
etiqueta.

0,0.028986845165491
1,0.825382471084594
...

En el siguiente ejemplo de configuración, el ModelConfig objeto indica al trabajo que despliegue el 
SageMaker modelo en un punto final efímero. El punto de conexión utiliza una instancia de inferencia
ml.m4.xlarge. Como el parámetro content_type y el parámetro accept_type no están 
configurados, utilizan automáticamente el valor del parámetrodataset_type, que es text/csv.
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model_config = clarify.ModelConfig( 
    model_name=your_model, 
    instance_type='ml.m4.xlarge', 
    instance_count=1,
)

El siguiente ejemplo de configuración utiliza un objeto ModelPredictedLabelConfig con un 
índice de etiqueta de 0. Esto indica al trabajo de procesamiento SageMaker de Clarify que busque 
la etiqueta prevista en la primera columna de la salida del modelo. En este ejemplo, el trabajo de 
procesamiento utiliza la indexación de base cero.

predicted_label_config = clarify.ModelPredictedLabelConfig( 
    label=0,
)

En combinación con el ejemplo de configuración anterior, el siguiente ejemplo de código inicia 
un trabajo de procesamiento de SageMaker Clarify para calcular todas las métricas de sesgo 
posteriores al entrenamiento.

clarify_processor.run_post_training_bias( 
    data_config=data_config, 
    data_bias_config=bias_config, 
    model_config=model_config, 
    model_predicted_label_config=predicted_label_config, 
    methods="all",
)

Igualmente, puede elegir qué métricas calcular si asigna una lista de métricas de sesgo 
posteriores al entrenamiento al parámetro methods. Por ejemplo, sustituya methods=“all” por
methods=["DPPL", "DI"] para calcular solo la Diferencia en las proporciones positivas de las 
etiquetas predichas y el Impacto dispar.

Cómo calcular todas las métricas de sesgo para un conjunto de datos CSV

El siguiente ejemplo de configuración muestra cómo ejecutar todas las métricas de sesgo previas y 
posteriores al entrenamiento en un trabajo de procesamiento de SageMaker Clarify.

clarify_processor.run_bias( 
    data_config=data_config, 
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     bias_config=bias_config, 
     model_config=model_config, 
    model_predicted_label_config=predicted_label_config, 
    pre_training_methods="all", 
    post_training_methods="all",
)

Para ver un ejemplo de cuaderno con instrucciones sobre cómo ejecutar un trabajo de 
procesamiento de SageMaker Clarify en SageMaker Studio Classic para detectar sesgos, consulte
Equidad y explicabilidad con Clarify. SageMaker

Cómo calcular los valores SHAP para un conjunto de datos CSV

SageMaker Clarify proporciona las atribuciones de funciones mediante el algoritmo KernelShap.
SHAPEl análisis requiere el valor o la puntuación de probabilidad en lugar de la etiqueta prevista, por 
lo que este ModelPredictedLabelConfig objeto tiene un índice de probabilidad. 1 Esto indica 
al trabajo de procesamiento SageMaker de Clarify que extraiga la puntuación de probabilidad de la 
segunda columna de la salida del modelo (mediante una indexación basada en cero).

probability_config = clarify.ModelPredictedLabelConfig( 
    probability=1,
)

El objeto SHAPConfig proporciona los parámetros de análisis SHAP. En este ejemplo, se omite el 
parámetro SHAP baseline y el valor del parámetro num_clusters es 1. Esto indica al procesador 
SageMaker Clarify que calcule una muestra de SHAP referencia basándose en la agrupación 
del conjunto de datos de entrada. Si desea elegir el conjunto de datos de referencia, consulte
Referencias SHAP para la explicabilidad.

shap_config = clarify.SHAPConfig( 
    num_clusters=1,
)

El siguiente ejemplo de código inicia un trabajo de procesamiento SageMaker de Clarify para calcular 
SHAP valores.

clarify_processor.run_explainability( 
    data_config=data_config, 
    model_config=model_config, 
    model_scores=probability_config, 
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    explainability_config=shap_config,
)

Para ver un ejemplo de cuaderno con instrucciones sobre cómo ejecutar un trabajo de SageMaker 
procesamiento de Clarify en SageMaker Studio Classic para calcular SHAP valores, consulte
Equidad y explicabilidad con SageMaker  Clarify.

Cómo calcular los gráficos de dependencia parcial (PDPs) para un conjunto de datos CSV

Los PDPs muestran la dependencia de la respuesta objetivo predicha con respecto a una o más 
características de entrada de interés y, al mismo tiempo, mantienen constantes todas las demás 
características. Una línea inclinada hacia arriba, o curva en el PDP, indica que la relación entre el 
objetivo y las características de entrada es positiva, y la inclinación indica la fortaleza de la relación. 
Una línea o curva inclinada hacia abajo indica que si una característica de entrada disminuye, la 
variable objetivo aumenta. De forma intuitiva, puede interpretar la dependencia parcial como la 
respuesta de la variable objetivo a cada característica de entrada de interés.

El siguiente ejemplo de configuración sirve para usar un PDPConfig objeto para indicar al trabajo de 
procesamiento de SageMaker Clarify que calcule la importancia de la función. Income

pdp_config = clarify.PDPConfig( 
    features=["Income"], 
    grid_resolution=10,
)

En el ejemplo anterior, el parámetro grid_resolution divide el rango de valores de la 
característica Income en 10 buckets. El trabajo SageMaker de procesamiento Clarify se generará 
PDPs para Income dividirlo en 10 segmentos en el eje x. El eje y mostrará el impacto marginal de
Income en las predicciones.

En el siguiente ejemplo de código se inicia un trabajo de procesamiento SageMaker de Clarify para 
realizar el cálculoPDPs.

clarify_processor.run_explainability( 
    data_config=data_config, 
    model_config=model_config, 
    model_scores=probability_config, 
    explainability_config=pdp_config,
)
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Para ver un ejemplo de cuaderno con instrucciones sobre cómo ejecutar un trabajo de SageMaker 
procesamiento de Clarify en SageMaker Studio Classic para realizar cálculosPDPs, consulte
Explicabilidad con Clarify: SageMaker gráficos de dependencia parcial (PDP).

Cómo calcular los valores SHAP y PDPs para un conjunto de datos CSV

Puede calcular ambos SHAP valores PDPs en un solo trabajo de procesamiento de SageMaker 
Clarify. En el siguiente ejemplo de configuración, el parámetro top_k_features de un objeto
PDPConfig nuevo se establece en 2. Esto indica al trabajo de SageMaker procesamiento de Clarify 
que calcule PDPs las 2 entidades que tienen los SHAP valores globales más altos.

shap_pdp_config = clarify.PDPConfig( 
    top_k_features=2, 
    grid_resolution=10,
)

El siguiente ejemplo de código inicia un trabajo de SageMaker procesamiento de Clarify para calcular 
ambos SHAP valores yPDPs.

clarify_processor.run_explainability( 
    data_config=data_config, 
    model_config=model_config, 
    model_scores=probability_config, 
    explainability_config=[shap_config, shap_pdp_config],
)

Análisis de datos tabulares en formato JSON Lines

Los siguientes ejemplos muestran cómo configurar el análisis de sesgo y el análisis de explicabilidad 
para un conjunto de datos tabular en formato denso > Líneas SageMaker JSON. Para obtener 
más información, consulte Formato de solicitud JSONLINES. En estos ejemplos, el conjunto de 
datos entrante tiene los mismos datos que en la sección anterior, pero están en el formato JSON 
Lines. Cada línea es un objeto JSON válido. La clave Features apunta a una matriz de valores de 
características, y la clave Label apunta a la etiqueta de verdad fundamental.

{"Features":[25,0,2850,2],"Label":0}
{"Features":[36,0,6585,0],"Label":1}
{"Features":[22,1,1759,1],"Label":1}
{"Features":[48,0,3446,1],"Label":0}
...
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En el siguiente ejemplo de configuración, el objeto DataConfigespecifica el conjunto de datos de 
entrada y dónde almacenar la salida.

data_config = clarify.DataConfig( 
    s3_data_input_path=jsonl_dataset_s3_uri, 
    dataset_type='application/jsonlines', 
    headers=['Age', 'Gender', 'Income', 'Occupation', 'Target'], 
    label='Label', 
    features='Features', 
    s3_output_path=clarify_job_output_s3_uri,
)

En el ejemplo de configuración anterior, el parámetro features se establece en la expresión
FeaturesJMESPath para que el trabajo de procesamiento SageMaker Clarify pueda extraer la 
matriz de características de cada registro. El label parámetro se establece en la expresión Label
JMESpath para que el trabajo de procesamiento de SageMaker Clarify pueda extraer la etiqueta 
fundamental de cada registro. El parámetro s3_data_input_path puede ser un URI de un 
archivo de conjunto de datos o un prefijo URI de Amazon S3. Si proporciona un prefijo URI de S3, 
el trabajo de procesamiento de SageMaker Clarify recopila de forma recursiva todos los archivos de 
S3 ubicados debajo del prefijo. El valor de s3_output_path debe ser un prefijo URI de S3 para 
contener los resultados del análisis. SageMaker usa el valor s3_output_path al compilar y no 
puede tomar el valor de un parámetro, propiedad o ExecutionVariable expresión de SageMaker 
Pipeline que se utilice durante el tiempo de ejecución.

Debe tener un modelo entrenado para calcular las métricas de sesgo posteriores al entrenamiento 
de la importancia de las características. El siguiente ejemplo proviene de un modelo de clasificación 
binaria que genera datos en formato JSON Lines en el formato del ejemplo. Cada fila de la salida del 
modelo es un objeto JSON válido. La clave predicted_label apunta a la etiqueta predicha y la 
clave probability apunta al valor de probabilidad.

{"predicted_label":0,"probability":0.028986845165491}
{"predicted_label":1,"probability":0.825382471084594}
...

En el siguiente ejemplo de configuración, un ModelConfig objeto indica al trabajo de procesamiento 
de SageMaker Clarify que despliegue el SageMaker modelo en un punto final efímero. El punto de 
conexión utiliza una instancia de inferencia ml.m4.xlarge.

model_config = clarify.ModelConfig( 
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    model_name=your_model, 
    instance_type='ml.m4.xlarge', 
    instance_count=1, 
    content_template='{"Features":$features}',
)

En el ejemplo de configuración anterior, los parámetros content_type y accept_type no están 
configurados. Por lo tanto, utilizan automáticamente el valor del parámetro dataset_type del 
objeto DataConfig, que es application/jsonlines. El trabajo SageMaker de procesamiento 
de Clarify utiliza el content_template parámetro para componer la entrada del modelo 
sustituyendo el $features marcador de posición por una matriz de características.

El siguiente ejemplo de configuración muestra cómo establecer el parámetro de etiqueta del objeto
ModelPredictedLabelConfig en la expresión JMESPath predicted_label. Esto extraerá la 
etiqueta predicha de la salida del modelo.

predicted_label_config = clarify.ModelPredictedLabelConfig( 
    label='predicted_label',
)

El siguiente ejemplo de configuración muestra cómo establecer el parámetro probability del 
objeto ModelPredictedLabelConfig en la expresión JMESPath probability. Esto extraerá la 
puntuación de la salida del modelo.

probability_config = clarify.ModelPredictedLabelConfig( 
    probability='probability',
)

Para calcular las métricas de sesgo y la importancia de las características de los conjuntos de datos 
en formato JSON Lines, utilice las mismas instrucciones de ejecución y objetos de configuración que 
en la sección anterior para los conjuntos de datos CSV. Puede ejecutar un trabajo de procesamiento 
SageMaker de Clarify en SageMaker Studio Classic para detectar sesgos y calcular la importancia 
de las características. Para obtener instrucciones y un ejemplo de cuaderno, consulte Equidad y 
explicabilidad con SageMaker Clarify (formato de líneas JSON).

Análisis de datos tabulares para la explicabilidad del NLP

SageMaker Clarify admite las explicaciones de los modelos de procesamiento del lenguaje natural 
(PNL). Estas explicaciones le ayudan a entender qué secciones del texto son las más importantes 
para las predicciones del modelo. Puede explicar la predicción del modelo para una sola instancia 
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del conjunto de datos de entrada, o las predicciones del modelo del conjunto de datos de referencia. 
Para comprender y visualizar el comportamiento de un modelo, puede especificar varios niveles 
de granularidad. Para ello, defina la longitud del segmento de texto, como sus tokens, oraciones y 
párrafos.

SageMaker La explicabilidad de la PNL de Clarify es compatible con los modelos de clasificación y 
regresión. También puede usar SageMaker Clarify para explicar el comportamiento del modelo en 
conjuntos de datos multimodales que contienen características textuales, categóricas o numéricas. 
La explicabilidad mediante la PNL de los conjuntos de datos multimodales puede ayudarlo a 
comprender la importancia de cada característica para el resultado del modelo. SageMaker Clarify 
admite 62 idiomas y puede gestionar textos que incluyan varios idiomas.

El siguiente ejemplo muestra un archivo de configuración de análisis que calcula la importancia 
de las características para el NLP. En este ejemplo, el conjunto de datos entrante es un conjunto 
de datos tabular en formato CSV, con una columna de etiqueta binaria y dos columnas de 
características.

0,2,"Flavor needs work"
1,3,"They taste good"
1,5,"The best"
0,1,"Taste is awful"
...

El siguiente ejemplo de configuración muestra cómo especificar un conjunto de datos de entrada en 
formato CSV y una ruta de datos de salida con el objeto DataConfig.

nlp_data_config = clarify.DataConfig( 
    s3_data_input_path=nlp_dataset_s3_uri, 
    dataset_type='text/csv', 
    headers=['Target', 'Rating', 'Comments'], 
    label='Target', 
    s3_output_path=clarify_job_output_s3_uri,
)

En el ejemplo de configuración anterior, el s3_data_input_path parámetro puede ser un URI de 
un archivo de conjunto de datos o un prefijo URI de Amazon S3. Si proporciona un prefijo URI de S3, 
el trabajo de procesamiento de SageMaker Clarify recopila de forma recursiva todos los archivos de 
S3 ubicados debajo del prefijo. El valor de s3_output_path debe ser un prefijo URI de S3 para 
contener los resultados del análisis. SageMaker usa el valor s3_output_path al compilar y no 
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puede tomar el valor de un parámetro, propiedad o ExecutionVariable expresión de SageMaker 
Pipeline que se utilice durante el tiempo de ejecución.

El siguiente ejemplo de salida se creó a partir de un modelo de clasificación binaria entrenado en el 
conjunto de datos de entrada anterior. El modelo de clasificación acepta datos CSV y genera una 
puntuación única entre 0 y 1.

0.491656005382537
0.569582343101501
...

El siguiente ejemplo muestra cómo configurar el ModelConfig objeto para implementar un 
SageMaker modelo. En este ejemplo, un punto de conexión efímero implementa el modelo. Este 
punto de conexión utiliza una instancia de inferencia ml.g4dn.xlarge equipada con una GPU para 
acelerar la inferencia.

nlp_model_config = clarify.ModelConfig( 
    model_name=your_nlp_model_name, 
    instance_type='ml.g4dn.xlarge', 
    instance_count=1,
)

El siguiente ejemplo muestra cómo configurar el objeto ModelPredictedLabelConfigpara 
localizar la probabilidad (puntuación) en la primera columna con un índice de 0.

probability_config = clarify.ModelPredictedLabelConfig( 
    probability=0,
)

El siguiente ejemplo de configuración SHAP muestra cómo ejecutar un análisis de explicabilidad 
simbólica mediante un modelo y un conjunto de datos de entrada en inglés.

text_config = clarify.TextConfig( 
    language='english', 
    granularity='token',
)
nlp_shap_config = clarify.SHAPConfig( 
    baseline=[[4, '[MASK]']], 
    num_samples=100, 
    text_config=text_config,
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)

En el ejemplo anterior, el objeto TextConfig activa el análisis de explicabilidad del NLP. El 
parámetro granularity indica que el análisis debe analizar los tokens. En inglés, cada token es 
una palabra. Para otros idiomas, consulte la documentación de SpACy sobre la tokenización, que 
SageMaker Clarify utiliza para el procesamiento de la PNL. El ejemplo anterior también muestra 
cómo utilizar un Ratingpromedio de 4 para establecer una instancia de referencia SHAP in situ. Se 
utiliza un token de máscara especial [MASK] para reemplazar un token (palabra) en Comments.

En el ejemplo anterior, si la instancia es 2,"Flavor needs work", establece la referencia en un
Rating promedio de 4 con la siguiente referencia.

4, '[MASK]'

En el ejemplo anterior, el explicador de SageMaker Clarify recorre en iteración cada token y lo 
reemplaza por la máscara, de la siguiente manera.

2,"[MASK] needs work"

4,"Flavor [MASK] work"

4,"Flavor needs [MASK]"

A continuación, el explicador de SageMaker Clarify enviará cada línea a su modelo para realizar 
predicciones. Esto es para que el explicador aprenda las predicciones con y sin las palabras 
enmascaradas. Luego, SageMaker el explicador de Clarify usa esta información para calcular la 
contribución de cada token.

El siguiente ejemplo de código inicia un trabajo de procesamiento SageMaker de Clarify para calcular 
SHAP valores.

clarify_processor.run_explainability( 
    data_config=nlp_data_config, 
    model_config=nlp_model_config, 
    model_scores=probability_config, 
    explainability_config=nlp_shap_config,
)

Para ver un ejemplo de cuaderno con instrucciones sobre cómo ejecutar un trabajo de 
procesamiento de SageMaker Clarify en SageMaker Studio Classic para el análisis de la 
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explicabilidad de la PNL, consulte Explicación del análisis del sentimiento textual mediante Clarify. 
SageMaker

Análisis de datos de imágenes para la explicabilidad de la visión artificial

SageMaker Clarify genera mapas térmicos que proporcionan información sobre cómo los modelos de 
visión artificial clasifican y detectan los objetos en las imágenes.

En el siguiente ejemplo de configuración, el conjunto de datos de entrada consta de imágenes JPEG.

cv_data_config = clarify.DataConfig( 
    s3_data_input_path=cv_dataset_s3_uri, 
    dataset_type="application/x-image", 
    s3_output_path=clarify_job_output_s3_uri,
)

En el ejemplo de configuración anterior, el DataConfig objeto contiene un s3_data_input_path
conjunto de prefijos URI de Amazon S3. El trabajo de SageMaker procesamiento Clarify 
recopila de forma recursiva todos los archivos de imagen ubicados bajo el prefijo. El parámetro
s3_data_input_path puede ser un URI de un archivo de conjunto de datos o un prefijo URI 
de Amazon S3. Si proporciona un prefijo URI de S3, el trabajo de procesamiento de SageMaker 
Clarify recopila de forma recursiva todos los archivos S3 ubicados bajo el prefijo. El valor de
s3_output_path debe ser un prefijo URI de S3 para contener los resultados del análisis. 
SageMaker usa el valor s3_output_path al compilar y no puede tomar el valor de un parámetro, 
propiedad o ExecutionVariable expresión de SageMaker Pipeline que se utilice durante el 
tiempo de ejecución.

Cómo explicar un modelo de clasificación de imágenes

El trabajo SageMaker de procesamiento Clarify explica las imágenes mediante el algoritmo 
KernelShap, que trata la imagen como un conjunto de superpíxeles. Dado que se trata de un 
conjunto de datos formado por imágenes, el trabajo de procesamiento genera un conjunto de datos 
de imágenes en el que cada imagen muestra el mapa térmico de los superpíxeles pertinentes.

El siguiente ejemplo de configuración muestra cómo configurar un análisis de explicabilidad mediante 
un modelo de clasificación de imágenes. SageMaker Para obtener más información, consulte Image 
Classification - MXNet.

ic_model_config = clarify.ModelConfig( 
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    model_name=your_cv_ic_model, 
    instance_type="ml.p2.xlarge", 
    instance_count=1, 
    content_type="image/jpeg", 
    accept_type="application/json",
)

En el ejemplo de configuración anterior, un modelo denominado your_cv_ic_model se ha 
entrenado para que clasifique los animales de las imágenes JPEG de entrada. El ModelConfig
objeto del ejemplo anterior indica al trabajo de procesamiento de SageMaker Clarify que despliegue 
el SageMaker modelo en un punto final efímero. Para acelerar la inferencia, el punto de conexión 
utiliza una instancia de inferencia ml.p2.xlarge equipada con una GPU.

Después de enviar una imagen JPEG a un punto de conexión, el punto de conexión la clasifica 
y devuelve una lista de puntuaciones. Cada puntuación corresponde a una categoría. El objeto
ModelPredictedLabelConfig proporciona el nombre de cada categoría, de la siguiente manera.

ic_prediction_config = clarify.ModelPredictedLabelConfig( 
    label_headers=['bird', 'cat', 'dog'],
)

Un ejemplo de salida para la entrada anterior ['ave','gato','perro'] podría ser 0,3,0,6,0,1, donde 0,3 
representa la puntuación de confianza para clasificar una imagen como ave.

El siguiente ejemplo de configuración SHAP muestra cómo generar explicaciones para un problema 
de clasificación de imágenes. Utiliza un objeto ImageConfig para activar el análisis.

ic_image_config = clarify.ImageConfig( 
    model_type="IMAGE_CLASSIFICATION", 
    num_segments=20, 
    segment_compactness=5,
)

ic_shap_config = clarify.SHAPConfig( 
    num_samples=100, 
    image_config=ic_image_config,
)

SageMaker Clarify extrae las características mediante el método de agrupamiento iterativo lineal 
simple (SLIC) de la biblioteca scikit-learn para la segmentación de imágenes. En el ejemplo de 
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configuración anterior, el parámetro model_type indica el tipo de problema de clasificación de 
imágenes. El parámetro num_segments estima el número aproximado de segmentos que se 
etiquetarán en la imagen de entrada. A continuación, el número de segmentos se pasa al parámetro 
slic n_segments.

Cada segmento de la imagen se considera un superpíxel característica y los valores SHAP 
locales se calculan para cada segmento. El parámetro segment_compactness determina la 
forma y el tamaño de los segmentos de imagen que se generan con el método slic scikit-image. A 
continuación, los tamaños y las formas de los segmentos de la imagen se transfieren al parámetro 
slic compactness.

El siguiente ejemplo de código inicia un trabajo de procesamiento de Clarify para SageMaker 
generar mapas térmicos para las imágenes. Los valores positivos del mapa térmico muestran que 
la característica aumentó la puntuación de confianza a la hora de detectar el objeto. Los valores 
negativos indican que la característica disminuyó la puntuación de confianza.

clarify_processor.run_explainability( 
    data_config=cv_data_config, 
    model_config=ic_model_config, 
    model_scores=ic_prediction_config, 
    explainability_config=ic_shap_config,
)

Para ver un ejemplo de cuaderno que usa SageMaker Clarify para clasificar imágenes y explicar su 
clasificación, consulte Explicación de la clasificación de imágenes con SageMaker Clarify.

Cómo explicar un modelo de detección de objetos

Un trabajo SageMaker de procesamiento de Clarify permite detectar y clasificar los objetos de 
una imagen y, a continuación, proporcionar una explicación del objeto detectado. El proceso de 
explicación es el siguiente.

1. Los objetos de la imagen se clasifican primero en una de las clases de una colección específica. 
Por ejemplo, si un modelo de detección de objetos puede reconocer gatos, perros y peces, estas 
tres clases forman parte de una colección. Esta colección se especifica mediante el parámetro
label_headers de la siguiente manera.

clarify.ModelPredictedLabelConfig(

label_headers=object_categories,
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)

2. El trabajo SageMaker de procesamiento Clarify produce una puntuación de confianza para 
cada objeto. Una puntuación de confianza alta indica que pertenece a una de las clases de 
una colección específica. El trabajo SageMaker de procesamiento Clarify también produce las 
coordenadas de un cuadro delimitador que delimita el objeto. Para obtener más información 
acerca de las puntuaciones de confianza y los cuadros delimitadores, consulte Formatos de 
respuesta.

3. SageMaker A continuación, Clarify proporciona una explicación para la detección de un objeto en 
la escena de la imagen. Utiliza los métodos descritos en la sección Cómo explicar un modelo de 
clasificación de imágenes.

En el siguiente ejemplo de configuración, un modelo de detección de SageMaker objetos
your_cv_od_model se basa en imágenes JPEG para identificar a los animales que aparecen en 
ellas.

od_model_config = clarify.ModelConfig( 
    model_name=your_cv_ic_model, 
    instance_type="ml.p2.xlarge", 
    instance_count=1, 
    content_type="image/jpeg", 
    accept_type="application/json",
)

El ModelConfig objeto del ejemplo de configuración anterior indica al trabajo de procesamiento de 
SageMaker Clarify que despliegue el SageMaker modelo en un punto final efímero. Para acelerar 
el procesamiento de las imágenes, este punto de conexión utiliza una instancia de inferencia
ml.p2.xlarge equipada con una GPU.

En el siguiente ejemplo de configuración, el objeto ModelPredictedLabelConfig proporciona el 
nombre de cada categoría para su clasificación.

ic_prediction_config = clarify.ModelPredictedLabelConfig( 
    label_headers=['bird', 'cat', 'dog'],
)

El siguiente ejemplo de configuración SHAP muestra cómo generar explicaciones para un problema 
de detección de objetos.

Ejecute SageMaker Clarify Processing Jobs 5727



Amazon SageMaker Guía para desarrolladores

od_image_config = clarify.ImageConfig( 
    model_type="OBJECT_DETECTION", 
    num_segments=20, 
    segment_compactness=5, 
    max_objects=5, 
    iou_threshold=0.5, 
    context=1.0,
)
od_shap_config = clarify.SHAPConfig( 
    num_samples=100, 
    image_config=image_config,
)

En la configuración del ejemplo anterior, el objeto ImageConfig activa el análisis. El parámetro
model_type indica que el tipo de problema es la detección de objetos. Para ver una descripción 
detallada del resto de parámetros, consulte Configuración del análisis.

El siguiente ejemplo de código inicia un trabajo de procesamiento SageMaker de Clarify para 
generar mapas térmicos para las imágenes. Los valores positivos del mapa térmico muestran que 
la característica aumentó la puntuación de confianza a la hora de detectar el objeto. Los valores 
negativos indican que la característica disminuyó la puntuación de confianza.

clarify_processor.run_explainability( 
    data_config=cv_data_config, 
    model_config=od_model_config, 
    model_scores=od_prediction_config, 
    explainability_config=od_shap_config,
)

Para ver un ejemplo de bloc de notas que usa SageMaker Clarify para detectar objetos en una 
imagen y explicar sus predicciones, consulte Explicación de los modelos de detección de objetos con 
Amazon SageMaker Clarify.

Cómo ejecutar trabajos de procesamiento de SageMaker Clarify en paralelo

Cuando trabaje con conjuntos de datos grandes, puede usar Apache Spark para aumentar la 
velocidad de sus trabajos de procesamiento de SageMaker Clarify. Spark es un motor de análisis 
unificado para el procesamiento de datos a gran escala. Cuando solicitas más de una instancia por 
procesador SageMaker Clarify, SageMaker Clarify utiliza las capacidades de computación distribuida 
de Spark.
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El siguiente ejemplo de configuración muestra cómo SageMakerClarifyProcessor crear un 
procesador SageMaker Clarify con instancias de 5 cómputo. Para ejecutar cualquier trabajo asociado 
alSageMakerClarifyProcessor, SageMaker Clarify utiliza el procesamiento distribuido de Spark.

from sagemaker import clarify

spark_clarify_processor = clarify.SageMakerClarifyProcessor( 
    role=role, 
    instance_count=5, 
    instance_type='ml.c5.xlarge',
)

Si establece el save_local_shap_values parámetro de ShapConfig enTrue, el trabajo de 
procesamiento SageMaker Clarify guarda el SHAP valor local como varios archivos de piezas en la 
ubicación de salida del trabajo.

Para asociar los valores SHAP locales a las instancias del conjunto de datos de entrada, utilice 
el parámetro joinsource de DataConfig. Si agrega más instancias de procesamiento, le 
recomendamos que también aumente el instance_count de ModelConfigpara el punto final 
efímero. Esto evita que las solicitudes de inferencia simultáneas de los trabajadores de Spark 
sobrecarguen el punto de conexión. En concreto, te recomendamos que utilices una one-to-one 
proporción de endpoint-to-processing instancias.

Obtención de resultados del análisis

En este tema se muestra cómo obtener los resultados de los análisis que genera SageMaker Clarify. 
Una vez finalizado SageMaker el trabajo de procesamiento de Clarify, puede descargar los archivos 
de salida para inspeccionarlos o visualizar los resultados en SageMaker Studio Classic.

El directorio de salida del trabajo de procesamiento de SageMaker Clarify contiene los siguientes 
archivos:

• analysis.json: un archivo que contiene las métricas de sesgo y la importancia de las 
características en formato JSON.

• report.ipynb: un cuaderno estático que contiene código para ayudarle a visualizar las métricas 
de sesgo y la importancia de las características.

• explanations_shap/out.csv: un directorio que se crea y contiene archivos generados 
automáticamente en función de sus configuraciones de análisis específicas. Por ejemplo, si activa 
el parámetro save_local_shap_values, los valores SHAP locales por instancia se guardarán 
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en el directorio explanations_shap. Como otro ejemplo, si analysis configuration
no contiene un valor para el parámetro de referencia de SHAP, el trabajo de explicabilidad de 
SageMaker Clarify calcula una línea de base agrupando el conjunto de datos de entrada. A 
continuación, guarda la referencia generada en el directorio.

Las siguientes secciones proporcionan información detallada sobre el esquema y el informe 
generado por el análisis de sesgos, el análisis SHAP, el análisis de explicabilidad de visión artificial 
y el análisis de gráficos de dependencia parcial (PDP). Si el análisis de configuración contiene 
parámetros para calcular varios análisis, los resultados se agregan en un análisis y un archivo de 
informe.

Temas

• Análisis del sesgo

• Análisis SHAP

• Análisis de explicabilidad de la visión artificial (CV)

• Análisis de gráficos de dependencia parcial (PDP)

Análisis del sesgo

Amazon SageMaker Clarify utiliza la terminología documentada Amazon SageMaker aclara los 
términos de sesgo y equidad para hablar sobre los prejuicios y la imparcialidad.

Esquema del archivo de análisis

El archivo de análisis está en formato JSON y está organizado en dos secciones: métricas de sesgo 
previas al entrenamiento y métricas de sesgo posteriores al entrenamiento. Los parámetros de las 
métricas de sesgo antes y después del entrenamiento son los siguientes.

• pre_training_bias_metrics: parámetros para las métricas de sesgo previas al entrenamiento. Para 
obtener más información, consulte Medición del sesgo previo al entrenamiento y Configuración del 
análisis.

• label: el nombre de la etiqueta de verdad fundamental definido por el parámetro de configuración 
del análisis label.

• label_value_or_threshold: cadena que contiene los valores de etiqueta o el intervalo definidos 
por el parámetro de configuración del análisis label_values_or_threshold. Por ejemplo, si 
se proporciona un valor de 1 para un problema de clasificación binaria, la cadena será 1. Si se 
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proporcionan varios valores [1,2] para un problema multiclase, entonces la cadena será 1,2. 
Si se proporciona un umbral de 40 para un problema de regresión, la cadena será interna, como
(40, 68] donde 68 es el valor máximo de la etiqueta en el conjunto de datos de entrada.

• facets: la sección contiene varios pares clave-valor, donde la clave corresponde al nombre de la 
faceta definido por el parámetro name_or_index de la configuración de la faceta, y el valor es 
una matriz de objetos facetados. Cada objeto facetado tiene los siguientes miembros:

• value_or_threshold: cadena que contiene los valores de la faceta o el intervalo definidos por el 
parámetro de configuración del análisis value_or_threshold.

• metrics: la sección contiene una matriz de elementos de métrica de sesgo y cada elemento de 
métrica de sesgo tiene los siguientes atributos:

• name: el nombre abreviado de la métrica de sesgo. Por ejemplo, CI.

• description: el nombre completo de la métrica de sesgo. Por ejemplo, Class Imbalance 
(CI).

• value: el valor de la métrica de sesgo o el valor nulo de JSON si la métrica de sesgo no 
se calcula por un motivo concreto. Los valores ±∞ se representan como cadenas ∞ y -∞
respectivamente.

• error: mensaje de error opcional que explica por qué no se calculó la métrica de sesgo.

• post_training_bias_metrics: la sección contiene las métricas de sesgo posteriores al entrenamiento 
y sigue un diseño y una estructura similares a los de la sección previa al entrenamiento. Para 
obtener más información, consulte Medición del sesgo de los datos posteriores al entrenamiento y 
el modelo.

El siguiente es un ejemplo de una configuración de análisis que calculará las métricas de sesgo 
previas y posteriores al entrenamiento.

{ 
    "version": "1.0", 
    "pre_training_bias_metrics": { 
        "label": "Target", 
        "label_value_or_threshold": "1", 
        "facets": { 
            "Gender": [{ 
                "value_or_threshold": "0", 
                "metrics": [ 
                    { 
                        "name": "CDDL", 
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                        "description": "Conditional Demographic Disparity in Labels 
 (CDDL)", 
                        "value": -0.06 
                    }, 
                    { 
                        "name": "CI", 
                        "description": "Class Imbalance (CI)", 
                        "value": 0.6 
                    }, 
                    ... 
                ] 
            }] 
        } 
    }, 
    "post_training_bias_metrics": { 
        "label": "Target", 
        "label_value_or_threshold": "1", 
        "facets": { 
            "Gender": [{ 
                "value_or_threshold": "0", 
                "metrics": [ 
                    { 
                        "name": "AD", 
                        "description": "Accuracy Difference (AD)", 
                        "value": -0.13 
                    }, 
                    { 
                        "name": "CDDPL", 
                        "description": "Conditional Demographic Disparity in Predicted 
 Labels (CDDPL)", 
                        "value": 0.04 
                    }, 
                    ... 
                ] 
            }] 
        } 
    }
}

Informe de análisis del sesgo

El informe de análisis del sesgo incluye varias tablas y diagramas que contienen explicaciones y 
descripciones detalladas. Incluyen, entre otras cosas, la distribución de los valores de las etiquetas, 
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la distribución de los valores de las facetas, un diagrama de rendimiento del modelo de alto nivel, una 
tabla de métricas de sesgo y sus descripciones. Para obtener más información sobre las métricas de 
sesgo y cómo interpretarlas, consulte Aprenda cómo Amazon SageMaker Clarify ayuda a detectar el 
sesgo.

Análisis SHAP

SageMaker Los trabajos de procesamiento de Clarify utilizan el algoritmo SHAP del núcleo para 
calcular las atribuciones de las características. El trabajo SageMaker de procesamiento de Clarify 
produce valores SHAP locales y globales. Estos ayudan a determinar la contribución de cada 
característica a las predicciones del modelo. Los valores SHAP locales representan la importancia de 
la característica para cada instancia individual, mientras que los valores SHAP globales agregan los 
valores SHAP locales de todas las instancias del conjunto de datos. Para obtener más información 
acerca de los valores SHAP y cómo interpretarlos, consulte Atribuciones de características que 
utilizan valores Shapley.

Esquema del archivo de análisis SHAP

Los resultados del análisis SHAP global se almacenan en la sección de explicaciones del archivo 
de análisis, en la sección correspondiente al método kernel_shap. Los diferentes parámetros del 
archivo de análisis SHAP son los siguientes:

• explanations: la sección del archivo de análisis que contiene los resultados del análisis de 
importancia de las características.

• kernal_shap: sección del archivo de análisis que contiene el resultado del análisis SHAP global.

• global_shap_values: sección del archivo de análisis que contiene varios pares clave-valor. 
Cada clave del par clave-valor representa un nombre de característica del conjunto de 
datos de entrada. Cada valor del par clave-valor corresponde al valor SHAP global de la 
característica. El valor SHAP global se obtiene al agregar los valores SHAP por instancia de 
la característica mediante la configuración agg_method. Si la configuración use_logit está 
activada, el valor se calcula mediante los coeficientes de regresión logística, que se pueden 
interpretar como coeficientes logarítmicos de probabilidades.

• expected_value: la predicción media del conjunto de datos de referencia. Si la configuración
use_logit está activada, el valor se calcula mediante coeficientes de regresión logística.

• global_top_shap_text: (para el análisis de explicabilidad del NLP). Sección del archivo 
de análisis que incluye un conjunto de pares clave-valor. SageMaker Los trabajos de 
procesamiento de Clarify agregan los valores de SHAP de cada token y, a continuación, 
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seleccionan los principales tokens en función de sus valores de SHAP globales. La 
configuración max_top_tokens define el número de tokens que se van a seleccionar.

Cada uno de los principales tokens seleccionados tiene un par clave-valor. La clave del 
par clave-valor corresponde al nombre de la característica de texto de un token principal. 
Cada valor del par clave-valor son los valores SHAP globales del token principal. Para ver un 
ejemplo de un par clave-valor global_top_shap_text, consulte la siguiente salida.

A continuación, se muestra un ejemplo de salida del análisis SHAP de un conjunto de datos tabular.

{ 
    "version": "1.0", 
    "explanations": { 
        "kernel_shap": { 
            "Target": { 
                 "global_shap_values": { 
                    "Age": 0.022486410860333206, 
                    "Gender": 0.007381025261958729, 
                    "Income": 0.006843906804137847, 
                    "Occupation": 0.006843906804137847, 
                    ... 
                }, 
                "expected_value": 0.508233428001 
            } 
        } 
    }
}

A continuación, se muestra un ejemplo de salida del análisis SHAP de un conjunto de datos de texto. 
La salida correspondiente a la columna Comments es un ejemplo de salida que se genera después 
del análisis de una característica de texto.

{ 
    "version": "1.0", 
    "explanations": { 
        "kernel_shap": { 
            "Target": { 
               "global_shap_values": { 
                    "Rating": 0.022486410860333206, 
                    "Comments": 0.058612104851485144, 
                    ... 
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                }, 
                "expected_value": 0.46700941970297033, 
                "global_top_shap_text": { 
                    "charming": 0.04127962903247833, 
                    "brilliant": 0.02450240786522321, 
                    "enjoyable": 0.024093569652715457, 
                    ... 
                } 
            } 
        } 
    }
}

Esquema del archivo de referencia generado

Cuando no se proporciona una configuración de referencia de SHAP, el trabajo de procesamiento de 
SageMaker Clarify genera un conjunto de datos de referencia. SageMaker Clarify utiliza un algoritmo 
de agrupamiento basado en la distancia para generar un conjunto de datos de referencia a partir de 
los clústeres creados a partir del conjunto de datos de entrada. El conjunto de datos de referencia 
resultante se guarda en un archivo CSV, ubicado en explanations_shap/baseline.csv. Este 
archivo de salida contiene una fila de encabezado y varias instancias en función del parámetro
num_clusters especificado en la configuración del análisis. El conjunto de datos de referencia solo 
consta de columnas de características. A continuación, se muestra un ejemplo de una referencia 
creada al agrupar el conjunto de datos de entrada.

Age,Gender,Income,Occupation
35,0,2883,1
40,1,6178,2
42,0,4621,0

Esquema de valores SHAP locales a partir del análisis de explicabilidad de un conjunto de datos 
tabulares

En el caso de los conjuntos de datos tabulares, si se utiliza una sola instancia de procesamiento, 
el trabajo de procesamiento de SageMaker Clarify guarda los valores SHAP locales en un archivo 
CSV denominado. explanations_shap/out.csv Si utiliza varias instancias de computación, los 
valores SHAP locales se guardan en varios archivos CSV del directorio explanations_shap.

Un archivo de salida que contiene valores SHAP locales tiene una fila que contiene los valores SHAP 
locales de cada columna definida en los encabezados. Los encabezados siguen la convención de 
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nomenclatura de Feature_Label, donde el nombre de la característica se anexa con un guion bajo 
seguido del nombre de la variable objetivo.

En el caso de problemas multiclase, primero varían los nombres de las características en el 
encabezado y luego las etiquetas. Por ejemplo, dos características F1, F2, y dos clases L1 y L2, 
en los encabezados son F1_L1, F2_L1, F1_L2 y F2_L2. Si la configuración de análisis contiene 
un valor para el parámetro joinsource_name_or_index, la columna de clave utilizada en la 
unión se anexa al final del nombre del encabezado. Esto permite asignar los valores SHAP locales a 
instancias del conjunto de datos de entrada. A continuación, se muestra un ejemplo de un archivo de 
salida que contiene valores SHAP.

Age_Target,Gender_Target,Income_Target,Occupation_Target
0.003937908,0.001388849,0.00242389,0.00274234
-0.0052784,0.017144491,0.004480645,-0.017144491
...

Esquema de valores SHAP locales a partir del análisis de explicabilidad del NLP

Para el análisis de explicabilidad de la PNL, si se utiliza una sola instancia de procesamiento, el 
trabajo de procesamiento de Clarify guarda SageMaker los valores SHAP locales en un archivo 
JSON Lines denominado explanations_shap/out.jsonl Si utiliza varias instancias de 
computación, los valores SHAP locales se guardan en varios archivos JSON Lines del directorio
explanations_shap.

Cada archivo que contiene valores SHAP locales tiene varias líneas de datos y cada línea es un 
objeto JSON válido. El objeto JSON tiene los siguientes atributos:

• explanations: la sección del archivo de análisis que contiene una serie de explicaciones Kernel 
SHAP para una sola instancia. Cada elemento de la matriz tiene los siguientes miembros:

• feature_name: el nombre del encabezado de las características proporcionado por la 
configuración del encabezado.

• data_type: el tipo de función que deduce el trabajo de procesamiento de Clarify. SageMaker 
Los valores válidos para las características de texto incluyen numerical, categorical y
free_text (para las características de texto).

• attributions: conjunto de objetos de atribución específicos de una característica. Una 
característica de texto puede tener varios objetos de atribución, cada uno para una unidad 
definida por la configuración granularity. El objeto de atribución tiene los siguientes 
miembros:
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• attribution: conjunto de valores de probabilidad específico de una clase.

• description: (para las características del texto). La descripción de las unidades de texto.

• partial_text: la parte del texto explicada por el trabajo de procesamiento de Clarify. 
SageMaker

• start_idx: un índice de base cero para identificar la ubicación de la matriz que indica el 
principio del fragmento de texto parcial.

El siguiente es un ejemplo de una sola línea de un archivo de valores SHAP local, embellecido para 
mejorar su legibilidad.

{ 
    "explanations": [ 
        { 
            "feature_name": "Rating", 
            "data_type": "categorical", 
            "attributions": [ 
                { 
                    "attribution": [0.00342270632248735] 
                } 
            ] 
        }, 
        { 
            "feature_name": "Comments", 
            "data_type": "free_text", 
            "attributions": [ 
                { 
                    "attribution": [0.005260534499999983], 
                    "description": { 
                        "partial_text": "It's", 
                        "start_idx": 0 
                    } 
                }, 
                { 
                    "attribution": [0.00424190349999996], 
                    "description": { 
                        "partial_text": "a", 
                        "start_idx": 5 
                    } 
                }, 
                { 
                    "attribution": [0.010247314500000014], 
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                    "description": { 
                        "partial_text": "good", 
                        "start_idx": 6 
                    } 
                }, 
                { 
                    "attribution": [0.006148907500000005], 
                    "description": { 
                        "partial_text": "product", 
                        "start_idx": 10 
                    } 
                } 
            ] 
        } 
    ]
}

Informe de análisis SHAP

El informe de análisis SHAP proporciona un gráfico de barras con un máximo de 10 valores 
SHAP principales globales. El siguiente ejemplo de gráfico muestra los valores SHAP de las 4
características principales.
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Análisis de explicabilidad de la visión artificial (CV)

SageMaker La explicabilidad de la visión artificial de Clarify toma un conjunto de datos compuesto 
por imágenes y trata cada imagen como una colección de superpíxeles. Tras el análisis, el trabajo 
SageMaker de procesamiento Clarify genera un conjunto de datos de imágenes en el que cada 
imagen muestra el mapa térmico de los superpíxeles.

El siguiente ejemplo muestra una señal de límite de velocidad de entrada a la izquierda y un mapa 
térmico muestra la magnitud de los valores SHAP a la derecha. Estos valores SHAP se calcularon 
mediante un modelo Resnet-18 de reconocimiento de imágenes que está entrenado para reconocer 
las señales de tráfico alemanas. El conjunto de datos German Traffic Sign Recognition Benchmark 
(GTSRB) se incluye en el artículo Man vs. computer: Benchmarking machine learning algorithms 
for traffic sign recognition. En el resultado del ejemplo, los valores positivos altos indican que el 
superpíxel tiene una fuerte correlación positiva con la predicción del modelo. Los valores negativos 
altos indican que el superpíxel tiene una fuerte correlación negativa con la predicción del modelo. 
Cuanto mayor sea el valor absoluto del valor SHAP que se muestra en el mapa térmico, más fuerte 
será la relación entre el superpíxel y la predicción del modelo.
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Para obtener más información, consulte los cuadernos de muestra que explican la clasificación 
de imágenes con SageMaker Clarify y Explican los modelos de detección de objetos con Amazon 
SageMaker Clarify.

Análisis de gráficos de dependencia parcial (PDP)

Los gráficos de dependencia parcial muestran la dependencia de la respuesta objetivo prevista con 
respecto a un conjunto de características de entrada de interés. Están marginadas sobre los valores 
de todas las demás características de entrada y se denominan características de complemento. De 
forma intuitiva, puede interpretar la dependencia parcial como la respuesta objetivo, que se espera 
como una función de cada característica de entrada de interés.

Esquema del archivo de análisis

Los valores PDP se almacenan en la sección explanations del archivo de análisis 
correspondiente al método pdp. Los parámetros de explanations son los siguientes:

• explanations: la sección de los archivos de análisis que contiene los resultados del análisis de 
importancia de las características.

• pdp: la sección del archivo de análisis que contiene una matriz de explicaciones PDP para una 
sola instancia. Cada elemento de la matriz tiene los siguientes miembros:

• feature_name: el nombre del encabezado de las características proporcionado por la 
configuración de headers.

• data_type: el tipo de característica que se deduce del trabajo de procesamiento de Clarify. 
SageMaker Los valores válidos de data_type incluyen los numéricos y los categóricos.
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• feature_values: contiene los valores presentes en la característica. Si lo data_type inferido 
por SageMaker Clarify es categórico, feature_values contiene todos los valores únicos 
que podría tener la entidad. Si lo data_type inferido por SageMaker Clarify es numérico,
feature_values contiene una lista del valor central de los cubos generados. El parámetro
grid_resolution determina el número de buckets que se utilizan para agrupar los valores 
de la columna de características.

• data_distribution: matriz de porcentajes en la que cada valor es el porcentaje de instancias 
que contiene un bucket. El parámetro grid_resolution determina el número de buckets. 
Los valores de la columna de características se agrupan en estos buckets.

• model_predictions: matriz de predicciones del modelo, en la que cada elemento de la matriz 
es una matriz de predicciones que corresponde a una clase de la salida del modelo.

label_headers: los encabezados de etiquetas proporcionados por la configuración
label_headers.

• error: se genera un mensaje de error si los valores PDP no se calculan por un 
motivo determinado. Este mensaje de error reemplaza el contenido de los campos
feature_values, data_distributions y model_predictions.

A continuación se muestra un ejemplo de la salida de un archivo de análisis que contiene el resultado 
de un análisis PDP.

{ 
    "version": "1.0", 
    "explanations": { 
        "pdp": [ 
            { 
                "feature_name": "Income", 
                "data_type": "numerical", 
                "feature_values": [1046.9, 2454.7, 3862.5, 5270.2, 6678.0, 8085.9, 
 9493.6, 10901.5, 12309.3, 13717.1], 
                "data_distribution": [0.32, 0.27, 0.17, 0.1, 0.045, 0.05, 0.01, 0.015, 
 0.01, 0.01], 
                "model_predictions": [[0.69, 0.82, 0.82, 0.77, 0.77, 0.46, 0.46, 0.45, 
 0.41, 0.41]], 
                "label_headers": ["Target"] 
            }, 
            ... 
        ] 
    }
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}

Informe de análisis PDP

Puede generar un informe de análisis que contenga un gráfico PDP para cada característica. El 
gráfico PDP traza los feature_values a lo largo del eje x y traza las model_predictions a lo 
largo del eje y. Para los modelos multiclase, model_predictions es una matriz y cada elemento 
de esta matriz corresponde a una de las clases de predicción del modelo.

El siguiente es un ejemplo de gráfico PDP para la característica Age. En la salida de ejemplo, el PDP 
muestra el número de valores de la característica que están agrupados en buckets. El número de 
buckets viene determinado por grid_resolution. Los buckets de valores de las características se 
representan gráficamente en función de las predicciones del modelo. En este ejemplo, los valores de 
la característica más altos tienen los mismos valores de predicción del modelo.

Solucione problemas de Clarify Processing Jobs SageMaker

Si encuentra errores en los trabajos de SageMaker procesamiento de Clarify, consulte los siguientes 
escenarios para ayudar a identificar el problema.
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Note

El motivo del error y el mensaje de salida se han diseñado para contener mensajes 
descriptivos y excepciones, si se encuentran, durante la ejecución. Un motivo frecuente de 
los errores es que falten parámetros o no sean válidos. Si ve mensajes poco claros, confusos 
o engañosos o no encuentra una solución, envíe sus comentarios.

Temas

• El trabajo de procesamiento no finaliza

• El trabajo de procesamiento tarda demasiado en ejecutarse

• El trabajo de procesamiento finaliza sin resultados y aparece un mensaje de CloudWatch 
advertencia

• Mensaje de error de configuración de análisis no válida

• El cálculo de las métricas de sesgo produce un error en varias o en todas las métricas

• Discrepancia entre la configuración del análisis y la entrada o salida del conjunto de datos o 
modelo

• El modelo devuelve un error interno de servidor 500 o el contenedor recurre a las predicciones por 
registro debido a un error del modelo

• El rol de ejecución no es válido

• No se pudieron descargar los datos

• No se ha podido conectar a SageMaker

El trabajo de procesamiento no finaliza

Si el trabajo de procesamiento no finaliza, pruebe lo siguiente:

• Inspeccione los registros de trabajos directamente en el cuaderno en el que ejecutó el trabajo. 
Los registros del trabajo se encuentran en la salida de la celda del cuaderno en la que se inició la 
ejecución.

• Inspeccione los inicios de sesión del trabajo CloudWatch.

• Agregue la siguiente línea a su cuaderno para describir el último trabajo de procesamiento y 
busque el motivo del error y el mensaje de salida:

• clarify_processor.jobs[-1].describe()
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• Ejecute el siguiente comando de la AWS CLI para describir el trabajo de procesamiento y busque 
el motivo del error y el mensaje de salida:

• aws sagemaker describe-processing-job —processing-job-name <processing-
job-id>

El trabajo de procesamiento tarda demasiado en ejecutarse

Si el trabajo de procesamiento tarda demasiado en ejecutarse, utilice las siguientes formas de 
encontrar la causa raíz.

Compruebe si la configuración de los recursos es suficiente para gestionar la carga de computación. 
Para acelerar el trabajo, pruebe lo siguiente:

• Usa un tipo de instancia más grande. SageMaker Clarify consulta el modelo de forma repetida, 
y una instancia más grande puede reducir considerablemente el tiempo de cálculo. Para ver una 
lista de las instancias disponibles, sus tamaños de memoria, ancho de banda y otros detalles de 
rendimiento, consulta los  SageMakerprecios de Amazon.

• Agrega más instancias. SageMaker Clarify puede usar varias instancias para explicar varios 
puntos de datos de entrada en paralelo. Para habilitar la computación en paralelo, configure su
instance_counten más de 1 cuando llame al SageMakerClarifyProcessor. Para obtener 
más información, consulte Cómo ejecutar trabajos de procesamiento de SageMaker Clarify en 
paralelo. Si aumenta el número de instancias, supervise el rendimiento de su punto de conexión 
para comprobar si puede implementar el aumento de carga. Para obtener más información, 
consulte Captura de datos del punto de conexión en tiempo real.

• Si calcula valores SHapley Additive exPlanations (SHAP), reduzca el parámetro num_samples en 
el archivo de configuración del análisis. El número de muestras afecta directamente a lo siguiente:

• El tamaño de los conjuntos de datos sintéticos que se envían a su punto de conexión

• El tiempo de ejecución

Reducir el número de muestras también puede reducir la precisión en la estimación de los valores 
SHAP. Para obtener más información, consulte Configuración del análisis.
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El trabajo de procesamiento finaliza sin resultados y aparece un mensaje de 
CloudWatch advertencia

Si el trabajo de procesamiento finaliza pero no se encuentra ningún resultado, los CloudWatch 
registros muestran un mensaje de advertencia que indica que se ha recibido la señal 15 y se está 
limpiando. Esta advertencia indica que el trabajo se detuvo porque una solicitud de un cliente 
llamó a la StopProcessingJob API o porque se agotó el tiempo asignado para completarlo. 
En este último caso, compruebe el tiempo de ejecución máximo en la configuración del trabajo 
(max_runtime_in_seconds) y auméntelo según sea necesario.

Mensaje de error de configuración de análisis no válida

• Si aparece el mensaje de error Unable to load analysis configuration as JSON., esto significa que 
el archivo de entrada de la configuración del análisis para el trabajo de procesamiento no contiene 
un objeto JSON válido. Compruebe la validez del objeto JSON mediante un linter de JSON.

• Si aparece el mensaje de error Analysis configuration schema validation error., esto significa que 
el archivo de entrada de la configuración del análisis para el trabajo de procesamiento contiene 
campos desconocidos o tipos no válidos para algunos valores de campo. Revise los parámetros 
de configuración del archivo y compruébelos con los parámetros que figuran en el archivo de 
configuración del análisis. Para obtener más información, consulte Configuración del análisis.

El cálculo de las métricas de sesgo produce un error en varias o en todas las métricas

Si recibe uno de los siguientes mensajes de error No Label values are present in the predicted Label 
Column, Positive Predicted Index Series contains all False values. o Predicted Label Column series 
data type is not the same as Label Column series., pruebe lo siguiente:

• Compruebe que se está utilizando el conjunto de datos correcto.

• Compruebe si el tamaño del conjunto de datos es demasiado pequeño; si, por ejemplo, contiene 
solo unas pocas filas. Esto puede provocar que las salidas del modelo tengan el mismo valor o que 
el tipo de datos se infiera incorrectamente.

• Compruebe si la etiqueta o la faceta se consideran continuas o categóricas. SageMaker Clarify 
utiliza la heurística para determinar la. DataType En el caso de las métricas de sesgo posteriores 
al entrenamiento, es posible que el tipo de datos devuelto por el modelo no coincida con el 
contenido del conjunto de datos o SageMaker que Clarify no pueda transformarlos correctamente.

• En el informe de sesgo, debería ver un valor único para las columnas categóricas o un intervalo 
para las columnas continuas.
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• Por ejemplo, si una columna tiene valores 0,0 y 1,0 como flotantes, se considerará continua 
incluso si hay muy pocos valores únicos.

Discrepancia entre la configuración del análisis y la entrada o salida del conjunto de 
datos o modelo

• Compruebe que el formato de referencia de la configuración de análisis es el mismo que el formato 
del conjunto de datos.

• Si recibe el mensaje de error Could not convert string to float., compruebe que el formato se ha 
especificado correctamente. También podría indicar que las predicciones del modelo tienen un 
formato diferente al de la columna de etiquetas o podría indicar que la configuración de la etiqueta 
o las probabilidades es incorrecta.

• Si recibe el mensaje de error Unable to locate the facet. o Headers must contain label. o Headers 
in config do not match with the number of columns in the dataset. o Feature names not found., 
compruebe que los encabezados coinciden con las columnas.

• Si recibe el mensaje de error Data must contain features., compruebe la plantilla de contenido de 
JSON Lines y compárela con el ejemplo del conjunto de datos, si está disponible.

El modelo devuelve un error interno de servidor 500 o el contenedor recurre a las 
predicciones por registro debido a un error del modelo

Si recibe el mensaje de error Fallback to per-record prediction because of model error., esto podría 
indicar que el modelo no puede gestionar el tamaño del lote, está limitado o simplemente no acepta 
la entrada pasada por el contenedor debido a problemas de serialización. Deberías revisar los 
CloudWatch registros del SageMaker punto final y buscar mensajes de error o rastreos. Para los 
casos de limitación de modelos, puede ser útil utilizar un tipo de instancia diferente o aumentar el 
número de instancias del punto de conexión.

El rol de ejecución no es válido

Esto indica que el rol proporcionado es incorrecto o que faltan los permisos necesarios. Compruebe 
el rol y los permisos que se utilizaron para configurar el trabajo de procesamiento y compruebe la 
política de permisos y confianza del rol.
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No se pudieron descargar los datos

Esto indica que no se pudieron descargar las entradas del trabajo para que se iniciara el 
trabajo. Compruebe el nombre del bucket y los permisos del conjunto de datos y las entradas de 
configuración.

No se ha podido conectar a SageMaker

Esto indica que el trabajo no pudo llegar a los puntos finales SageMaker del servicio. Compruebe los 
ajustes de red para el trabajo de procesamiento y verifique la configuración de la nube privada virtual 
(VPC).

Cuadernos de ejemplo

Las siguientes secciones contienen cuadernos que le ayudarán a empezar a utilizar SageMaker 
Clarify, para utilizarla en tareas especiales, incluidas las que se encuentran dentro de un trabajo 
distribuido, y para la visión artificial.

Introducción

Los siguientes cuadernos de muestra muestran cómo usar SageMaker Clarify para comenzar 
con las tareas de explicabilidad y modelar los sesgos. Estas tareas incluyen crear un trabajo de 
procesamiento, entrenar un modelo de aprendizaje automático (ML) y monitorear las predicciones del 
modelo:

• Explicabilidad y detección de sesgos con Amazon SageMaker Clarify: utilice SageMaker Clarify 
para crear un trabajo de procesamiento que detecte sesgos y explique las predicciones del 
modelo.

• Supervisión de la desviación de sesgo y la desviación de la atribución de características Amazon 
SageMaker Clarify: utilice Amazon SageMaker Model Monitor para supervisar la desviación de 
sesgo y la desviación de la atribución de características a lo largo del tiempo.

• Cómo leer un conjunto de datos en formato JSON Lines en un trabajo de procesamiento de 
SageMaker Clarify.

• Mitigue el sesgo, entrene otro modelo imparcial y colóquelo en el registro de modelos: utilice la
técnica de sobremuestreo de minorías sintéticas (SMOTE) y SageMaker Clarify para mitigar el 
sesgo, entrene otro modelo y, a continuación, coloque el nuevo modelo en el registro de modelos. 
Este ejemplo de cuaderno también muestra cómo colocar los nuevos artefactos del modelo, 
incluidos los datos, el código y los metadatos del modelo, en el registro del modelo. Este cuaderno 
forma parte de una serie que muestra cómo integrar SageMaker Clarify en una SageMaker 
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canalización que se describe en The Architect y cómo desarrollar el ciclo de vida completo del 
aprendizaje automático con una entrada de AWS blog.

Casos especiales

Los siguientes cuadernos muestran cómo usar un SageMaker Clarify para casos especiales, incluso 
si está dentro de su propio contenedor, y para tareas de procesamiento del lenguaje natural:

• Imparcialidad y explicabilidad con SageMaker Clarify (traiga su propio contenedor): cree su 
propio modelo y contenedor que pueda integrarse con SageMaker Clarify para medir los sesgos 
y generar un informe de análisis de explicabilidad. En este ejemplo de bloc de notas también se 
presentan los términos clave y se muestra cómo acceder al informe a través de Studio Classic. 
SageMaker

• Imparcialidad y explicabilidad con el procesamiento distribuido de SageMaker Clarify Spark: 
utilice el procesamiento distribuido para ejecutar un trabajo de SageMaker Clarify que mida el 
sesgo previo al entrenamiento de un conjunto de datos y el sesgo posterior al entrenamiento 
de un modelo. Este ejemplo de cuaderno también muestra cómo obtener una explicación de la 
importancia de las funciones de entrada en la salida del modelo y cómo acceder al informe del 
análisis de explicabilidad a través de Studio Classic. SageMaker

• Explicabilidad con SageMaker Clarify: gráficos de dependencia parcial (PDP): utilice SageMaker 
Clarify para generar PDP y acceder a un informe de explicabilidad del modelo.

• Explicación del análisis del sentimiento textual mediante SageMaker Clarify La explicabilidad del 
procesamiento del lenguaje natural (PNL): utilice Clarify para el análisis del sentimiento textual. 
SageMaker

• Utilice la explicabilidad mediante visión artificial (CV) para la clasificación de imágenes y la 
detección de objetos.

Se ha comprobado que estos blocs de notas funcionan en Amazon SageMaker Studio Classic. Si 
necesita instrucciones sobre cómo abrir un bloc de notas en Studio Classic, consulteCrear o abrir 
un bloc de notas Amazon SageMaker Studio Classic. Si se le pide que elija un kernel, elija Python 3 
(ciencia de datos).

Detección del sesgo de los datos previos al entrenamiento

El sesgo algorítmico, la discriminación, la equidad y temas relacionados se han estudiado en 
disciplinas como el derecho, la política y la informática. Un sistema de computación puede 
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considerarse sesgado si discrimina a determinadas personas o grupos de personas. Los modelos 
de machine learning que impulsan estas aplicaciones aprenden de los datos, y estos datos 
podrían reflejar disparidades u otros sesgos inherentes. Por ejemplo, es posible que los datos de 
entrenamiento no representen lo suficiente a diversos grupos demográficos o podrían contener 
etiquetas sesgadas. Los modelos de machine learning basados en conjuntos de datos que presentan 
estos sesgos podrían terminar aprendiendo esos sesgos y luego reproducirlos o incluso exacerbarlos 
en sus predicciones. El campo de machine learning brinda la oportunidad de abordar los sesgos al 
detectarlos y medirlos en cada etapa del ciclo de vida de ML. Puede usar Amazon SageMaker Clarify 
para determinar si los datos utilizados para los modelos de entrenamiento codifican algún sesgo.

El sesgo se puede medir antes y después del entrenamiento, y se puede supervisar al compararlo 
con las referencias después de implementar los modelos en los puntos de conexión para realizar 
inferencias. Las métricas del sesgo previas al entrenamiento están diseñadas para detectar y medir 
el sesgo en los datos sin procesar antes de usarlos para entrenar un modelo. Las métricas utilizadas 
son independientes del modelo porque no dependen de los resultados de ningún modelo. Sin 
embargo, hay diferentes conceptos de equidad que requieren distintas medidas de sesgo. Amazon 
SageMaker Clarify proporciona métricas de sesgo para cuantificar varios criterios de equidad.

Para obtener información adicional sobre las métricas de sesgo, consulte Descubra cómo Amazon 
SageMaker Clarify ayuda a detectar medidas de sesgo y equidad para Machine Learning in Finance.

Amazon SageMaker aclara los términos de sesgo y equidad

SageMaker Clarify utiliza la siguiente terminología para hablar sobre los prejuicios y la imparcialidad.

Característica

Propiedad o característica medible individual de un fenómeno que se observa, contenida en una 
columna para datos tabulares.

Etiqueta

Característica que es el objetivo para entrenar un modelo de machine learning. Se conoce como
etiqueta observada o resultado observado.

Etiqueta predicha

La etiqueta según la predice el modelo. También se conoce como resultado predicho.

Muestra

Entidad observada que se describe mediante los valores de la característica y el valor de la 
etiqueta, incluidos en una fila para datos tabulares.
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Conjunto de datos

Una colección de muestras.

Bias

Un desequilibrio en los datos de entrenamiento o en el comportamiento de predicción del modelo 
en diferentes grupos, como la edad o el nivel de ingresos. Los sesgos pueden deberse a los 
datos o el algoritmo utilizados para entrenar el modelo. Por ejemplo, si un modelo de ML se basa 
principalmente en datos de personas de mediana edad, es posible que sea menos preciso al 
hacer predicciones que involucren a personas jóvenes y de edad avanzada.

Métrica de sesgo

Función que devuelve valores numéricos que indican el nivel de un sesgo potencial.

Informe de sesgo

Una colección de métricas de sesgo para un conjunto de datos determinado o una combinación 
de un conjunto de datos y un modelo.

Valores de etiqueta positivos

Valores de etiqueta que son favorables a un grupo demográfico observado en una muestra. En 
otras palabras, designa que una muestra tiene un resultado positivo.

Valores de etiqueta negativos

Valores de etiqueta que son desfavorables a un grupo demográfico observado en una muestra. 
En otras palabras, designa que una muestra tiene un resultado negativo.

Variable de grupo

Columna categórica del conjunto de datos que se utiliza para formar subgrupos para la medición 
de la disparidad demográfica condicional (CDD). Solo se requiere para esta métrica en lo que 
respecta a la paradoja de Simpson.

Faceta

Columna o característica que contiene los atributos con respecto a los cuales se mide el sesgo.

Valor de faceta

Los valores de la característica de los atributos que el sesgo puede favorecer o desfavorecer.
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Probabilidad predicha

La probabilidad, según lo previsto por el modelo, de que una muestra tenga un resultado positivo 
o negativo.

Cuadernos de ejemplo

Amazon SageMaker Clarify proporciona el siguiente ejemplo de cuaderno para la detección de 
sesgos:

• Explicabilidad y detección de sesgos con Amazon SageMaker Clarify: utilice SageMaker Clarify 
para crear un trabajo de procesamiento para detectar sesgos y explicar las predicciones del 
modelo con atribuciones de características.

Se ha verificado que este portátil solo funciona en Amazon SageMaker Studio. Si necesitas 
instrucciones sobre cómo abrir un bloc de notas en Amazon SageMaker Studio, consultaCrear o abrir 
un bloc de notas Amazon SageMaker Studio Classic. Si se le pide que elija un kernel, elija Python 3 
(ciencia de datos).

Temas

• Medición del sesgo previo al entrenamiento

• Genere informes en Studio para detectar sesgos en los datos previos al entrenamiento SageMaker

Medición del sesgo previo al entrenamiento

La medición del sesgo en los modelos de ML es un primer paso para mitigarlo. Cada medida del 
sesgo corresponde a una noción diferente de equidad. Incluso la consideración de conceptos 
sencillos de equidad puede conducir a muchas medidas diferentes aplicables en diversos contextos. 
Por ejemplo, consideremos la equidad con respecto a la edad y, para simplificar, consideremos 
que los dos grupos demográficos pertinentes son los de mediana edad y el resto de los grupos de 
edad, denominados facetas. En el caso de un modelo de préstamos basado en ML, es posible que 
deseemos que los préstamos para pequeñas empresas se emitan a un número igual de personas de 
ambos grupos demográficos. O bien, al procesar las solicitudes de empleo, es posible que deseemos 
que se contrate al mismo número de miembros de cada grupo demográfico. Sin embargo, este 
enfoque podría dar por supuesto que un número igual de candidatos de ambos grupos de edad 
solicitan estos puestos, por lo que es posible que deseemos condicionar el número de candidatos. 
Además, quizá debamos considerar no si se presenta el mismo número de candidatos, sino si 
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tenemos el mismo número de candidatos cualificados. O bien, podemos considerar que la equidad 
es una tasa de aceptación igual de candidatos cualificados de ambos grupos de edad, o una tasa de 
rechazo igual de candidatos, o ambas. Puede utilizar conjuntos de datos con diferentes proporciones 
de datos sobre los atributos de interés. Este desequilibrio puede desvirtuar la medida de sesgo 
que elija. Los modelos pueden ser más precisos a la hora de clasificar una faceta que otra. Por lo 
tanto, debe elegir métricas de sesgo que sean conceptualmente apropiadas para la aplicación y la 
situación.

Usamos la siguiente notación para analizar las métricas de sesgo. El modelo conceptual que se 
describe aquí es para la clasificación binaria, donde los eventos se etiquetan como si tuvieran solo 
dos resultados posibles en su espacio muestral, denominados positivos (con un valor 1) y negativos 
(con un valor 0). Por lo general, este marco se puede extender a la clasificación multicategoría 
de forma sencilla o a casos que implican resultados valorados de forma continua, cuando es 
necesario. En el caso de la clasificación binaria, se asignan etiquetas positivas y negativas a los 
resultados registrados en un conjunto de datos sin procesar para una faceta favorecida a y para 
una faceta desfavorecida d. Estas etiquetas y se denominan etiquetas observadas para distinguirlas 
de las etiquetas predichas y' que asignan un modelo de machine learning durante las etapas de 
entrenamiento o inferencia del ciclo de vida de ML. Estas etiquetas se utilizan para definir las 
distribuciones de probabilidad Pa(y) y Pd(y) para sus respectivos resultados de faceta.

• etiquetas:

• y representa las n etiquetas observadas para los resultados de los eventos en un conjunto de 
datos de entrenamiento.

• y' representa las etiquetas predichas para las n etiquetas observadas en el conjunto de datos 
por un modelo entrenado.

• resultados:

• Un resultado positivo (con un valor de 1) para una muestra, como la aceptación de una solicitud.

• n(1) es el número de etiquetas observadas para los resultados positivos (aceptaciones).

• n'(1) es el número de etiquetas predichas para los resultados positivos (aceptaciones).

• Un resultado negativo (con un valor de 0) para una muestra, como el rechazo de una solicitud.

• n(0) es el número de etiquetas observadas para los resultados negativos (rechazos).

• n'(0) es el número de etiquetas predichas para los resultados negativos (rechazos).

• valores de faceta:

• faceta a: el valor de la característica que define un grupo demográfico al que favorece el sesgo.
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• na es el número de etiquetas observadas para el valor de faceta favorecida: na = na
(1) + na

(0) la 
suma de las etiquetas observadas positivas y negativas para el valor de faceta a.

• n'a es el número de etiquetas predichas para el valor de faceta favorecida: n'a = n'a
(1) + n'a

(0) la 
suma de las etiquetas de resultados predichos positivos y negativos para el valor de faceta a. 
Observe que n'a = na.

• faceta d: el valor de la característica que define un grupo demográfico al que desfavorece el 
sesgo.

• nd es el número de etiquetas observadas para el valor de faceta desfavorecida: nd = nd
(1) + 

nd
(0) la suma de las etiquetas observadas positivas y negativas para el valor de faceta d.

• n'd es el número de etiquetas predichas para el valor de faceta desfavorecida: n'd = n'd
(1) + 

n'd
(0) la suma de las etiquetas de resultados predichos positivos y negativos para el valor de 

faceta d. Observe que n'd = nd.

• distribuciones de probabilidad para los resultados de los datos de facetas etiquetadas:

• Pa(y) es la distribución de probabilidad de las etiquetas observadas para la faceta a. En el caso 
de los datos con etiquetas binarias, esta distribución viene dada por la relación entre el número 
de muestras de la faceta a etiquetadas con resultados positivos y el número total, Pa(y1) = na

(1)/ 
na, y la relación entre el número de muestras con resultados negativos y el número total, Pa(y0) = 
na

(0)/ na.

• Pd(y) es la distribución de probabilidad de las etiquetas observadas para la faceta d. En el caso 
de los datos con etiquetas binarias, esta distribución viene dada por la relación entre el número 
de muestras de la faceta d etiquetadas con resultados positivos y el número total, Pd(y1) = nd

(1)/ 
nd, y la relación entre el número de muestras con resultados negativos y el número total, Pd(y0) = 
nd

(0)/ nd.

Los modelos basados en datos sesgados por las disparidades demográficas podrían aprenderlas 
e incluso exacerbarlas. Para identificar el sesgo en los datos antes de gastar recursos en entrenar 
modelos sobre ellos, SageMaker Clarify proporciona métricas de sesgo de datos que puede 
calcular a partir de conjuntos de datos sin procesar antes de entrenarlos. Todas las métricas 
previas al entrenamiento son independientes del modelo porque no dependen de los resultados del 
modelo y, por lo tanto, son válidas para cualquier modelo. La primera métrica de sesgo examina el 
desequilibrio de las facetas, pero no los resultados. Determina en qué medida la cantidad de datos 
de entrenamiento es representativa en las diferentes facetas, según se desee para la aplicación. 
Las métricas de sesgo restantes comparan la distribución de las etiquetas de resultados de varias 
maneras para las facetas a y d de los datos. Las métricas que oscilan sobre valores negativos 
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pueden detectar sesgos negativos. La siguiente tabla contiene una hoja de referencia para obtener 
una guía rápida y enlaces a las métricas de sesgo previas al entrenamiento.

Métricas de sesgo previas al entrenamiento

Métrica de sesgo Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Desequilibrio de 
clases (CI)

Mide el desequili 
brio en el número de 
miembros entre los 
distintos valores de 
faceta.

¿Podrían existir 
sesgos basados 
en la edad por no 
disponer de suficient 
es datos demográfi 
cos al margen de una 
faceta de mediana 
edad?

Rango normalizado: 
[-1,+1]

Interpretación:

• Los valores 
positivos indican 
que la faceta a
tiene más muestras 
de entrenamiento 
en el conjunto de 
datos.

• Los valores 
cercanos a cero 
indican que las 
facetas están 
equilibradas en 
el número de 
muestras de 
entrenamiento del 
conjunto de datos.

• Los valores 
negativos indican 
que la faceta d
tiene más muestras 
de entrenamiento 
en el conjunto de 
datos.
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Métrica de sesgo Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Diferencia en las 
proporciones de las 
etiquetas (DPL)

Mide el desequilibrio 
de los resultados 
positivos entre los 
diferentes valores de 
las facetas.

¿Podrían existir 
sesgos basados en la 
edad en las prediccio 
nes de ML debido al 
etiquetado sesgado 
de los valores de las 
facetas en los datos?

Rango para etiquetas 
de facetas binarias 
y multicategoría 
normalizadas: [-1,+1]

Rango para etiquetas 
continuas: (-∞, +∞)

Interpretación:

• Los valores 
positivos indican 
que la faceta a
tiene una mayor 
proporción de 
resultados positivos 
.

• Los valores 
cercanos a cero 
indican una 
proporción más 
equitativa de 
resultados positivos 
entre las facetas.

• Los valores 
negativos indican 
que la faceta d
tiene una mayor 
proporción de 
resultados positivos 
.
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Métrica de sesgo Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Divergencia de 
Kullback-Leibler (KL)

Mide en qué medida 
las distribuciones 
de resultados de las 
diferentes facetas 
divergen entrópica 
mente entre sí.

¿En qué medida son 
diferentes las distribuc 
iones de los resultado 
s de las solicitudes 
de préstamos para 
los distintos grupos 
demográficos?

Rango para binario, 
multicategoría y 
continuo: [0, +∞)

Interpretación:

• Los valores 
cercanos a cero 
indican que las 
etiquetas están 
distribuidas de 
forma similar.

• Los valores 
positivos indican 
que las distribuc 
iones de las 
etiquetas son 
divergentes; cuanto 
más positivas 
, mayor es la 
divergencia.
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Métrica de sesgo Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Divergencia de 
Jensen-Shannon (JS)

Mide en qué medida 
las distribuciones 
de resultados de las 
diferentes facetas 
divergen entrópica 
mente entre sí.

¿En qué medida son 
diferentes las distribuc 
iones de los resultado 
s de las solicitudes 
de préstamos para 
los distintos grupos 
demográficos?

Rango para binario, 
multicategoría y 
continuo: [0, +∞)

Interpretación:

• Los valores 
cercanos a cero 
indican que las 
etiquetas están 
distribuidas de 
forma similar.

• Los valores 
positivos indican 
que las distribuc 
iones de las 
etiquetas son 
divergentes; cuanto 
más positivas 
, mayor es la 
divergencia.
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Métrica de sesgo Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Norma Lp (LP) Mide una diferencia 
en la norma p entre 
distintas distribuc 
iones demográfi 
cas de los resultado 
s asociados a 
distintas facetas de un 
conjunto de datos.

¿En qué medida son 
diferentes las distribuc 
iones de los resultado 
s de las solicitudes 
de préstamos para 
los distintos grupos 
demográficos?

Rango para binario, 
multicategoría y 
continuo: [0, +∞)

Interpretación:

• Los valores 
cercanos a cero 
indican que las 
etiquetas están 
distribuidas de 
forma similar.

• Los valores 
positivos indican 
que las distribuc 
iones de las 
etiquetas son 
divergentes; cuanto 
más positivas 
, mayor es la 
divergencia.
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Métrica de sesgo Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Distancia de variación 
total (TVD)

Mide la mitad de la 
diferencia de la norma 
L1 entre las distintas 
distribuciones 
demográficas de los 
resultados asociados 
a distintas facetas de 
un conjunto de datos.

¿En qué medida son 
diferentes las distribuc 
iones de los resultado 
s de las solicitudes 
de préstamos para 
los distintos grupos 
demográficos?

Rango para resultado 
s binarios, multicate 
goría y continuos: [0, 
+∞)

• Los valores 
cercanos a cero 
indican que las 
etiquetas están 
distribuidas de 
forma similar.

• Los valores 
positivos indican 
que las distribuc 
iones de las 
etiquetas son 
divergentes; cuanto 
más positivas 
, mayor es la 
divergencia.
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Métrica de sesgo Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Kolmogorov-Smirnov 
(KS)

Mide la máxima 
divergencia entre 
los resultados de las 
distribuciones para 
diferentes facetas de 
un conjunto de datos.

¿Cuáles son los 
resultados de las 
solicitudes de ingreso 
a la universidad 
que manifiestan las 
mayores disparidades 
por grupo demográfi 
co?

Rango de valores de 
KS para resultados 
binarios, multicate 
goría y continuos: [0,
+1]

• Los valores 
cercanos a cero 
indican que las 
etiquetas se 
distribuyeron 
uniformemente 
entre las facetas de 
todas las categorías 
de resultados.

• Los valores 
cercanos a uno 
indican que las 
etiquetas de una 
categoría estaban 
todas en una sola 
faceta, es decir, 
muy desequili 
bradas.

• Los valores 
intermitentes 
indican los grados 
relativos del 
desequilibrio 
máximo de la 
etiqueta.
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Métrica de sesgo Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Disparidad demográfi 
ca condicional (CDD)

Mide la disparidad 
de resultados entre 
diferentes facetas 
en su conjunto, 
pero también por 
subgrupos.

¿Tienen algunos 
grupos una mayor 
proporción de 
rechazos en los 
resultados de 
admisión a la 
universidad que 
su proporción de 
aceptaciones?

Rango de CDD: [-1, 
+1]

• Los valores 
positivos indican 
un resultado en el 
que la faceta d se 
rechaza más que 
se acepta.

• Cerca de cero 
indica que no 
hay disparidad 
demográfica en 
promedio.

• Los valores 
negativos indican 
un resultado en el 
que la faceta a se 
rechaza más que 
se acepta.

Para obtener información adicional sobre las métricas de sesgo, consulte Fairness Measures for 
Machine Learning in Finance.

Temas

• Desequilibrio de clases (CI)

• Diferencia en las proporciones de las etiquetas (DPL)

• Divergencia de Kullback-Leibler (KL)

• Divergencia de Jensen-Shannon (JS)

• Norma Lp (LP)

• Distancia de variación total (TVD)

• Kolmogorov-Smirnov (KS)
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• Disparidad demográfica condicional (CDD)

Desequilibrio de clases (CI)

El sesgo de desequilibrio de clases (CI) se produce cuando un valor de la faceta d tiene menos 
muestras de entrenamiento en comparación con otra faceta a del conjunto de datos. Esto se debe 
a que los modelos se ajustan preferentemente a las facetas más grandes en lugar de a las más 
pequeñas y, por lo tanto, pueden generar un mayor error de entrenamiento para la faceta d. Los 
modelos también corren un mayor riesgo de sobreajustar los conjuntos de datos más pequeños, 
lo que puede provocar un error de prueba mayor en la faceta d. Piense en el ejemplo en el que 
un modelo de machine learning se basa principalmente en datos de personas de mediana edad 
(faceta a), pero podría ser menos preciso cuando se hacen predicciones con personas jóvenes y de 
edad avanzada (faceta d).

La fórmula para medir el desequilibrio de las facetas (normalizado) es la siguiente:

        CI = (na - nd)/(na + nd)

Donde na es el número de miembros de la faceta a y nd el número para la faceta d. Sus valores 
oscilan en el intervalo [-1, 1].

• Los valores CI positivos indican que la faceta a tiene más muestras de entrenamiento en el 
conjunto de datos y un valor de 1 indica que los datos solo contienen miembros de la faceta a.

• Los valores CI cercanos a cero indican una distribución más equitativa de los miembros entre las 
facetas y un valor cero indica una partición perfectamente igual entre las facetas y representa una 
distribución equilibrada de las muestras en los datos de entrenamiento.

• Los valores CI negativos indican que la faceta d tiene más muestras de entrenamiento en el 
conjunto de datos y un valor de -1 indica que los datos solo contienen miembros de la faceta d.

• Los valores CI cercanos a cualquiera de los extremos, -1 o 1, están muy desequilibrados y corren 
un riesgo considerable de generar predicciones sesgadas.

Si se detecta que existe un desequilibrio significativo entre las facetas, es posible que desee volver a 
equilibrar la muestra antes de proceder a entrenar los modelos con ella.

Diferencia en las proporciones de las etiquetas (DPL)

La diferencia en las proporciones de las etiquetas (DPL) compara la proporción de resultados 
observados con etiquetas positivas para la faceta d con la proporción de resultados observados con 
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etiquetas positivas para la faceta a en un conjunto de datos de entrenamiento. Por ejemplo, podría 
usarse para comparar la proporción de personas de mediana edad (faceta a) y de otros grupos de 
edad (faceta d) a las que se aprueban préstamos financieros. Los modelos de machine learning 
intentan imitar las decisiones de los datos de entrenamiento lo más fielmente posible. Por lo tanto, 
es probable que un modelo de machine learning entrenado en un conjunto de datos con un DPL alto 
refleje el mismo desequilibrio en sus predicciones futuras.

La fórmula para la diferencia en las proporciones de las etiquetas es la siguiente:

        DPL = (qa - qd)

Donde:

• qa = na
(1)/na es la proporción de facetas a que tienen un valor de etiqueta observada de 1. Por 

ejemplo, la proporción de personas de mediana edad a las que se aprueban préstamos. Aquí na
(1)

representa el número de miembros de la faceta a que obtienen un resultado positivo y na es el 
número de miembros de la faceta a.

• qd = nd
(1)/nd es la proporción de facetas d que tienen un valor de etiqueta observada de 1. Por 

ejemplo, la proporción de personas fuera del grupo demográfico de mediana edad a las que se 
aprueban préstamos. Aquí nd

(1) representa el número de miembros de la faceta d que obtienen un 
resultado positivo y nd es el número de miembros de la faceta d.

Si la DPL está lo suficientemente cerca de 0, decimos que se ha alcanzado la paridad demográfica.

En el caso de las etiquetas de facetas binarias y multicategoría, el rango de valores DPL oscila a lo 
largo del intervalo (-1, 1). En el caso de las etiquetas continuas, se establece un umbral para reducir 
las etiquetas a binarias.

• Los valores de la DPL positivos indican que la faceta a tiene una mayor proporción de resultados 
positivos en comparación con la faceta d.

• Los valores de la DPL cercanos a cero indican una proporción más equitativa de resultados 
positivos entre las facetas y un valor de cero indica una paridad demográfica perfecta.

• Los valores de la DPL negativos indican que la faceta d tiene una mayor proporción de resultados 
positivos en comparación con la faceta a.

Que una magnitud alta de la DPL sea problemática o no varía de una situación a otra. En un caso 
problemático, una DPL de gran magnitud podría ser una señal de problemas subyacentes en los 
datos. Por ejemplo, un conjunto de datos con una DPL alta podría reflejar sesgos históricos o 
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prejuicios contra grupos demográficos basados en la edad que no sería deseable que un modelo 
aprendiera.

Divergencia de Kullback-Leibler (KL)

La divergencia de Kullback-Leibler (KL) mide en qué medida la distribución de etiquetas observadas 
de la faceta a, Pa(y), diverge de la distribución de la faceta d, Pd(y). También se conoce como 
entropía relativa de Pa(y) con respecto a Pd(y) y cuantifica la cantidad de información que se pierde 
al pasar de Pa(y) a Pd(y).

La fórmula de la divergencia de Kullback-Leibler es la siguiente:

        KL(Pa || Pd) = ∑yPa(y)*log[Pa(y)/Pd(y)]

Es la expectativa de la diferencia logarítmica entre las probabilidades Pa(y) y Pd(y), donde la 
expectativa se pondera con las probabilidades Pa(y). No se trata de una distancia real entre las 
distribuciones, ya que es asimétrica y no satisface la desigualdad triangular. La implementación usa 
logaritmos naturales, dando KL en unidades de nats. Si se utilizan diferentes bases logarítmicas, se 
obtienen resultados proporcionales pero en unidades diferentes. Por ejemplo, si se utiliza la base 2, 
se obtiene KL en unidades de bits.

Por ejemplo, supongamos que un grupo de solicitantes de préstamos tiene una tasa de aprobación 
del 30 % (faceta d) y que la tasa de aprobación de otros solicitantes (faceta a) es del 80 %. La 
fórmula de Kullback-Leibler proporciona la divergencia de distribución de etiquetas entre la faceta a y 
la faceta d de la siguiente manera:

        KL = 0,8*ln(0,8/0,3) + 0,2*ln(0,2/0,7) = 0,53

Aquí hay dos términos en la fórmula porque las etiquetas son binarias en este ejemplo. Esta medida 
se puede aplicar a varias etiquetas además de a las binarias. Por ejemplo, en un escenario de 
admisión a la universidad, supongamos que a un candidato se le puede asignar una de las tres 
categorías siguientes: yi = {y0, y1, y2} = {rechazado, en lista de espera, aceptado}.

El rango de valores de la métrica KL para los resultados binarios, multicategoría y continuos es [0, 
+∞).

• Los valores cercanos a cero significan que los resultados se distribuyen de forma similar para las 
distintas facetas.

• Los valores positivos indican que las distribuciones de las etiquetas son divergentes; cuanto más 
positivas, mayor es la divergencia.
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Divergencia de Jensen-Shannon (JS)

La divergencia de Jensen-Shannon (JS) mide en qué medida las distribuciones de etiquetas de 
diferentes facetas divergen entrópicamente entre sí. Se basa en la divergencia de Kullback-Leibler, 
pero es simétrica.

La fórmula de la divergencia de Jensen-Shannon es la siguiente:

        JS = ½*[KL(Pa || P) + KL(Pd || P)]

Donde P = ½( Pa + Pd ), la distribución media de las etiquetas en las facetas a y d.

El rango de valores JS para los resultados binarios, multicategoría y continuos es [0, ln(2)).

• Los valores cercanos a cero indican que las etiquetas están distribuidas de forma similar.

• Los valores positivos indican que las distribuciones de las etiquetas son divergentes; cuanto más 
positivas, mayor es la divergencia.

Esta métrica indica si hay una gran divergencia en una de las etiquetas en todas las facetas.

Norma Lp (LP)

La norma Lp (LP) mide la distancia de la norma p entre las distribuciones de facetas de las etiquetas 
observadas en un conjunto de datos de entrenamiento. Esta métrica es no negativa y, por lo tanto, 
no puede detectar el sesgo inverso.

La fórmula de la norma Lp es la siguiente:

        Lp(Pa, Pd) = ( ∑y||Pa - Pd||p)1/p

Donde la distancia de la norma p entre los puntos x e y se define de la siguiente manera:

        Lp(x, y) = (|x1-y1|p + |x2-y2|p + … +|xn-yn|p)1/p

La norma 2 es la norma euclidiana. Suponga que tiene una distribución de resultados con tres 
categorías, por ejemplo, yi = {y0, y1, y2} = {aceptado, en lista de espera, rechazado} en un escenario 
de admisiones universitarias multicategoría. Se calcula la suma de los cuadrados de las diferencias 
entre los recuentos de resultados de las facetas a y d. La distancia euclidiana resultante se calcula 
de la siguiente manera:

        L2(Pa, Pd) = [(na
(0) - nd

(0))2 + (na
(1) - nd

(1))2 + (na
(2) - nd

(2))2]1/2

Donde:
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• na
(i) es el número de los resultados de la i-ésima categoría en la faceta a: por ejemplo, na

(0) es el 
número de aceptaciones de la faceta a.

• nd
(i) es el número de los resultados de la i-ésima categoría en la faceta d: por ejemplo, nd

(2) es el 
número de rechazos de la faceta d.

El rango de valores LP para los resultados binarios, multicategoría y continuos es [0, √2), donde:

• Los valores cercanos a cero indican que las etiquetas están distribuidas de forma similar.

• Los valores positivos indican que las distribuciones de las etiquetas son divergentes; cuanto más 
positivas, mayor es la divergencia.

Distancia de variación total (TVD)

La métrica de sesgo de datos de la distancia de variación total (TVD) es la mitad de la norma L1. 
La TVD es la mayor diferencia posible entre las distribuciones de probabilidad de los resultados 
de las etiquetas de las facetas a y d. La norma L1 es la distancia de Hamming, una métrica que se 
utiliza para comparar dos cadenas de datos binarios al determinar el número mínimo de sustituciones 
necesarias para cambiar una cadena por otra. Si las cadenas fueran copias una de la otra, determina 
el número de errores que se han producido al copiarlas. En el contexto de la detección de sesgos, 
la TVD cuantifica cuántos resultados de la faceta a deberían cambiarse para que coincidan con los 
resultados de la faceta d.

La fórmula para la distancia de variación total es la siguiente:

        TVD = ½*L1(Pa, Pd)

Por ejemplo, suponga que tiene una distribución de resultados con tres categorías, yi = {y0, y1, 
y2} = {aceptado, en lista de espera, rechazado} en un escenario de admisiones universitarias 
multicategoría. Para calcular la TVD, se toman las diferencias entre los recuentos de las facetas a y d
de cada resultado. El resultado es el siguiente.

        L1(Pa, Pd) = |na
(0) - nd

(0)| + |na
(1) - nd

(1)| + |na
(2) - nd

(2)|

Donde:

• na
(i) es el número de los resultados de la i-ésima categoría en la faceta a: por ejemplo, na

(0) es el 
número de aceptaciones de la faceta a.

• nd
(i) es el número de los resultados de la i-ésima categoría en la faceta d: por ejemplo, nd

(2) es el 
número de rechazos de la faceta d.
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El rango de valores TVD para los resultados binarios, multicategoría y continuos es [0, 1), donde:

• Los valores cercanos a cero indican que las etiquetas están distribuidas de forma similar.

• Los valores positivos indican que las distribuciones de las etiquetas son divergentes; cuanto más 
positivas, mayor es la divergencia.

Kolmogorov-Smirnov (KS)

La métrica de sesgo de Kolmogorov-Smirnov (KS) es igual a la divergencia máxima entre las 
etiquetas de las distribuciones de las facetas a y d de un conjunto de datos. La prueba KS de dos 
muestras implementada por SageMaker Clarify complementa las demás medidas del desequilibrio de 
etiquetas al encontrar la etiqueta más desequilibrada.

La fórmula de la métrica de Kolmogorov-Smirnov es la siguiente:

        KS = max(|Pa(y) - Pd(y)|)

Por ejemplo, suponga que un grupo de candidatos (faceta a) a la universidad son rechazados, están 
en lista de espera o son aceptados con un 40 %, 40 % o 20 %, respectivamente, y que estas tasas 
para otros solicitantes (faceta d) son del 20 %, 10 % y 70 %. Entonces, el valor de la métrica de 
sesgo de Kolmogorov-Smirnov es el siguiente:

KS = máx(|0,4-0,2|, |0,4-0,1|, |0,2-0,7|) = 0,5

Esto nos indica que la divergencia máxima entre las distribuciones de facetas es de 0,5 y se produce 
en las tasas de aceptación. Hay tres términos en la ecuación porque las etiquetas son multiclase de 
cardinalidad tres.

El rango de valores LP para los resultados binarios, multicategoría y continuos es [0, +1], donde:

• Los valores cercanos a cero indican que las etiquetas se distribuyeron uniformemente entre las 
facetas de todas las categorías de resultados. Por ejemplo, ambas facetas que solicitaron un 
préstamo obtuvieron el 50 % de aceptaciones y el 50 % de rechazos.

• Los valores cercanos a uno indican que las etiquetas de un resultado estaban todas en una sola 
faceta. Por ejemplo, la faceta a obtuvo el 100 % de las aceptaciones y la faceta d no obtuvo 
ninguna.

• Los valores intermitentes indican los grados relativos del desequilibrio máximo de la etiqueta.
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Disparidad demográfica condicional (CDD)

La métrica de disparidad demográfica (DD) determina si una faceta tiene una proporción mayor 
de los resultados rechazados en el conjunto de datos que de los resultados aceptados. En el caso 
binario en el que hay dos facetas, hombres y mujeres, por ejemplo, que constituyen el conjunto de 
datos, la desfavorecida se etiqueta como faceta d y la favorecida se etiqueta como faceta a. Por 
ejemplo, en el caso de las admisiones a la universidad, si las mujeres candidatas representaban 
el 46 % de los solicitantes rechazados y solo el 32 % de los solicitantes aceptados, decimos que 
existe una disparidad demográfica porque la tasa de mujeres rechazadas supera la tasa de las 
aceptadas. En este caso, las mujeres candidatas se etiquetan en la faceta d. Si los candidatos 
varones representaban el 54 % de los solicitantes rechazados y el 68 % de los aceptados, entonces 
no existe una disparidad demográfica en este aspecto, ya que la tasa de rechazo es inferior a la tasa 
de aceptación. En este caso, las mujeres candidatas se etiquetan en la faceta a.

La fórmula de la disparidad demográfica para la faceta d menos favorecida es la siguiente:

        DDd = nd
(0)/n(0) - nd

(1)/n(1) = Pd
R(y0) - Pd

A(y1)

Donde:

• n(0) = na
(0) + nd

(0) es el número total de resultados rechazados en el conjunto de datos para la 
faceta favorecida a y la faceta desfavorecida d.

• n(1) = na
(1) + nd

(1) es el número total de resultados aceptados en el conjunto de datos para la faceta 
favorecida a y la faceta desfavorecida d.

• Pd
R(y0) es la proporción de resultados rechazados (con un valor 0) en la faceta d.

• Pd
A(y1) es la proporción de resultados aceptados (valor 1) en la faceta d.

En el ejemplo de admisión a la universidad, la disparidad demográfica entre las mujeres es DDd = 
0,46 - 0,32 = 0,14. En el caso de los varones, DDa = 0,54 - 0,68 = - 0,14.

Para descartar la paradoja de Simpson, se requiere una métrica de disparidad demográfica 
condicional (CDD) que condicione la DD a los atributos que definen un estrato o subgrupos del 
conjunto de datos. La reagrupación puede proporcionar información sobre la causa de las aparentes 
disparidades demográficas en las facetas menos favorecidas. El caso clásico surgió en el caso 
de las admisiones en Berkeley, donde en general los hombres eran aceptados a una tasa más 
alta que las mujeres. Las estadísticas de este caso se utilizaron en los cálculos de ejemplo de la 
DD. Sin embargo, cuando se examinaron los subgrupos departamentales, se comprobó que las 
tasas de admisión de mujeres eran más altas que las de los hombres si estaban condicionadas 
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por departamento. La explicación es que las mujeres se habían presentado a departamentos con 
tasas de aceptación más bajas que las de los hombres. El examen de las tasas de aceptación 
subagrupadas reveló que, de hecho, las mujeres eran aceptadas en mayor medida que los hombres 
en los departamentos con tasas de aceptación más bajas.

La métrica CDD proporciona una medida única para todas las disparidades detectadas en los 
subgrupos definidos por un atributo de un conjunto de datos al promediarlas. Se define como el 
promedio ponderado de las disparidades demográficas (DDi) para cada uno de los subgrupos, y la 
disparidad de cada subgrupo se pondera en proporción al número de observaciones que contiene. 
La fórmula de la disparidad demográfica condicional es la siguiente:

        CDD = (1/n)*∑ini *DDi

Donde:

• ∑ini = n es el número total de observaciones y n i es el número de observaciones de cada 
subgrupo.

• DDi = ni
(0)/n(0) - ni

(1)/n(1) = Pi
R(y0) - Pi

A(y1) es la disparidad demográfica del i-ésimo subgrupo.

La disparidad demográfica de un subgrupo (DDi) es la diferencia entre la proporción de resultados 
rechazados y la proporción de resultados aceptados en cada subgrupo.

El rango de valores DD para los resultados binarios para todo el conjunto de datos DDd o para sus 
subgrupos condicionados DDi es [-1, +1].

• +1: cuando no hay rechazos en la faceta a o el subgrupo ni aceptaciones en la faceta d o el 
subgrupo

• Los valores positivos indican que existe una disparidad demográfica, ya que la faceta d o el 
subgrupo tiene una mayor proporción de resultados rechazados en el conjunto de datos que de 
resultados aceptados. Cuanto mayor sea el valor, menos favorecida será la faceta y mayor será la 
disparidad.

• Los valores indican que no existe una disparidad demográfica, ya que la faceta d o el subgrupo 
tiene una mayor proporción de resultados aceptados en el conjunto de datos que de resultados 
rechazados. Cuanto más bajo sea el valor, más favorecida será la faceta.

• -1: cuando no hay rechazos en la faceta d o el subgrupo ni aceptaciones en la faceta a o el 
subgrupo

Si no se condiciona a nada, entonces CDD es cero si y solo si DPL es cero.
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Esta métrica es útil para explorar los conceptos de discriminación directa e indirecta y de justificación 
objetiva en la legislación y la jurisprudencia de no discriminación de la UE y el Reino Unido. Para 
obtener más información, consulte Why Fairness Cannot Be Automated. Este documento también 
contiene los datos pertinentes y el análisis del caso de admisiones de Berkeley que muestran cómo 
la condicionalidad a los subgrupos de tasas de admisión departamentales ilustra la paradoja de 
Simpson.

Genere informes en Studio para detectar sesgos en los datos previos al entrenamiento 
SageMaker

SageMaker Clarify está integrado con Amazon SageMaker Data Wrangler, lo que puede ayudarle 
a identificar los sesgos durante la preparación de los datos sin tener que escribir su propio código. 
Data Wrangler ofrece una end-to-end solución para importar, preparar, transformar, caracterizar 
y analizar datos con Amazon Studio. SageMaker Para obtener información general acerca del 
flujo de trabajo de preparación de datos de Data Wrangler, consulte Prepare datos de aprendizaje 
automático con Amazon SageMaker Data Wrangler.

Usted especifica los atributos de interés, como el sexo o la edad, y SageMaker Clarify ejecuta un 
conjunto de algoritmos para detectar la presencia de sesgos en esos atributos. Una vez ejecutado el 
algoritmo, SageMaker Clarify proporciona un informe visual con una descripción de las fuentes y la 
gravedad del posible sesgo para que pueda planificar las medidas para mitigarlo. Por ejemplo, en un 
conjunto de datos financieros que contiene pocos ejemplos de préstamos empresariales concedidos 
a un grupo de edad en comparación con otros SageMaker , señala el desequilibrio para evitar un 
modelo que desfavorezca a ese grupo de edad.

Para analizar e informar sobre el sesgo de los datos

Para comenzar a utilizar Data Wrangler, consulte Introducción a Data Wrangler.

1. En Amazon SageMaker Studio Classic, en el menú Inicio

( ) 
del panel izquierdo, navegue hasta el nodo Datos y, a continuación, seleccione Data Wrangler. 
Esto abre la página de inicio de Data Wrangler en Studio Classic.

2. Pulse el botón + Importar datos para crear un flujo nuevo.

3. En la página de flujo, en la pestaña Importar, seleccione Amazon S3 vaya a su bucket de 
Amazon S3, busque su conjunto de datos y, a continuación, seleccione Importar.

4. Tras importar los datos, en el gráfico de flujo de la pestaña Flujo de datos, elija el signo + situado 
a la derecha del nodo Tipos de datos.
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5. Elija Agregar análisis.

6. En la página Crear análisis, elija Informe de sesgo para Tipo de análisis.

7. Para configurar el informe de sesgo, proporcione un Nombre del informe, la columna que 
se debe predecir y si se trata de un valor o un umbral, la columna que se va a analizar para 
detectar el sesgo (la faceta) y si se trata de un valor o un umbral.

8. Siga con la configuración del informe de sesgo seleccionando las métricas de sesgo.
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9. Elija Detectar sesgos para generar y ver el informe de sesgo. Desplácese hacia abajo para ver 
todos los informes.

10. Seleccione el cursor situado a la derecha de la descripción de cada métrica de sesgo para ver la 
documentación que puede ayudarle a interpretar la importancia de los valores de las métricas.

11. Para ver un resumen de los valores de las métricas de sesgo en una tabla, seleccione la opción
Tabla. Para guardar el informe, elija Guardar en la esquina inferior derecha de la página. Puede 
ver el informe en el gráfico de flujo de la pestaña Flujo de datos. Haga doble clic en el informe 
para abrirlo.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo

El análisis del sesgo posterior al entrenamiento puede ayudar a revelar los sesgos que podrían 
haber surgido del sesgos en los datos o de sesgos introducidos por los algoritmos de clasificación 
y predicción. Estos análisis tienen en cuenta los datos, incluidas las etiquetas y las predicciones 
de un modelo. El rendimiento se evalúa analizando las etiquetas predichas o comparando las 
predicciones con los valores objetivo observados en los datos con respecto a grupos con atributos 
diferentes. Existen diferentes nociones de equidad, cada una de las cuales requiere métricas de 
sesgo diferentes para medirlas.

Existen conceptos jurídicos de equidad que pueden no ser fáciles de captar porque son difíciles de 
detectar. Por ejemplo, el concepto estadounidense de impacto dispar que se produce cuando un 
grupo, denominado faceta menos favorecida d, sufre un efecto adverso incluso cuando el enfoque 
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adoptado parece justo. Es posible que este tipo de sesgo no se deba a un modelo de machine 
learning, pero aún así puede detectarse mediante un análisis del sesgo posterior al entrenamiento.

Amazon SageMaker Clarify intenta garantizar un uso coherente de la terminología. Para obtener una 
lista de términos y sus definiciones, consulte Amazon SageMaker aclara los términos de sesgo y 
equidad.

Para obtener información adicional sobre las métricas de sesgo posteriores a la formación, consulte
Descubra cómo Amazon SageMaker Clarify ayuda a detectar las medidas de sesgo y equidad para 
Machine Learning in Finance. .

Medición del sesgo de los datos posteriores al entrenamiento y el modelo

Amazon SageMaker Clarify proporciona once datos posteriores a la capacitación y modela métricas 
de sesgo para ayudar a cuantificar varios conceptos de equidad. No es posible satisfacer todos estos 
conceptos a la vez y la selección depende de las características específicas de los casos que se 
analicen que impliquen un posible sesgo. La mayoría de estas métricas son una combinación de 
los números extraídos de las matrices de confusión de clasificaciones binarias para los diferentes 
grupos demográficos. Dado que la equidad y el sesgo pueden definirse mediante una amplia gama 
de métricas, se requiere el juicio humano para comprender y elegir qué métricas son pertinentes 
para cada caso de uso individual, y los clientes deben consultar con las partes interesadas 
correspondientes para determinar la medida de equidad adecuada para su aplicación.

Usamos la siguiente notación para analizar las métricas de sesgo. El modelo conceptual que se 
describe aquí es para la clasificación binaria, donde los eventos se etiquetan como si tuvieran solo 
dos resultados posibles en su espacio muestral, denominados positivos (con un valor 1) y negativos 
(con un valor 0). Por lo general, este marco se puede extender a la clasificación multicategoría 
de forma sencilla o a casos que implican resultados valorados de forma continua, cuando es 
necesario. En el caso de la clasificación binaria, se asignan etiquetas positivas y negativas a los 
resultados registrados en un conjunto de datos sin procesar para una faceta favorecida a y para 
una faceta desfavorecida d. Estas etiquetas y se denominan etiquetas observadas para distinguirlas 
de las etiquetas predichas y' que asignan un modelo de machine learning durante las etapas de 
entrenamiento o inferencia del ciclo de vida de ML. Estas etiquetas se utilizan para definir las 
distribuciones de probabilidad Pa(y) y Pd(y) para sus respectivos resultados de faceta.

• etiquetas:

• y representa las n etiquetas observadas para los resultados de los eventos en un conjunto de 
datos de entrenamiento.
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• y' representa las etiquetas predichas para las n etiquetas observadas en el conjunto de datos 
por un modelo entrenado.

• resultados:

• Un resultado positivo (con un valor de 1) para una muestra, como la aceptación de una solicitud.

• n(1) es el número de etiquetas observadas para los resultados positivos (aceptaciones).

• n'(1) es el número de etiquetas predichas para los resultados positivos (aceptaciones).

• Un resultado negativo (con un valor de 0) para una muestra, como el rechazo de una solicitud.

• n(0) es el número de etiquetas observadas para los resultados negativos (rechazos).

• n'(0) es el número de etiquetas predichas para los resultados negativos (rechazos).

• valores de faceta:

• faceta a: el valor de la característica que define un grupo demográfico al que favorece el sesgo.

• na es el número de etiquetas observadas para el valor de faceta favorecida: na = na
(1) + na

(0) la 
suma de las etiquetas observadas positivas y negativas para el valor de faceta a.

• n'a es el número de etiquetas predichas para el valor de faceta favorecida: n'a = n'a
(1) + n'a

(0) la 
suma de las etiquetas de resultados predichos positivos y negativos para el valor de faceta a. 
Observe que n'a = na.

• faceta d: el valor de la característica que define un grupo demográfico al que desfavorece el 
sesgo.

• nd es el número de etiquetas observadas para el valor de faceta desfavorecida: nd = nd
(1) + 

nd
(0) la suma de las etiquetas observadas positivas y negativas para el valor de faceta d.

• n'd es el número de etiquetas predichas para el valor de faceta desfavorecida: n'd = n'd
(1) + 

n'd
(0) la suma de las etiquetas de resultados predichos positivos y negativos para el valor de 

faceta d. Observe que n'd = nd.

• distribuciones de probabilidad para los resultados de los datos de facetas etiquetadas:

• Pa(y) es la distribución de probabilidad de las etiquetas observadas para la faceta a. En el caso 
de los datos con etiquetas binarias, esta distribución viene dada por la relación entre el número 
de muestras de la faceta a etiquetadas con resultados positivos y el número total, Pa(y1) = na

(1)/ 
na, y la relación entre el número de muestras con resultados negativos y el número total, Pa(y0) = 
na

(0)/ na.

• Pd(y) es la distribución de probabilidad de las etiquetas observadas para la faceta d. En el caso 
de los datos con etiquetas binarias, esta distribución viene dada por la relación entre el número 
de muestras de la faceta d etiquetadas con resultados positivos y el número total, Pd(y1) = nd

(1)/ 
Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5774
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nd, y la relación entre el número de muestras con resultados negativos y el número total, Pd(y0) = 
nd

(0)/ nd.

La siguiente tabla contiene una hoja de referencia para obtener una guía rápida y enlaces a las 
métricas de sesgo posteriores al entrenamiento.

Métricas de sesgo posteriores al entrenamiento

Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Diferencia en las 
proporciones positivas 
de las etiquetas 
predichas (DPPL)

Mide la diferenci 
a en la proporció 
n de predicciones 
positivas entre la 
faceta favorecida a
y la faceta desfavore 
cida d.

¿Ha habido un 
desequilibrio entre 
los grupos demográfi 
cos en los resultado 
s positivos predichos 
que pueda indicar un 
sesgo?

Rango para etiquetas 
de facetas binarias 
y multicategoría 
normalizadas: [-1,
+1]

Rango para etiquetas 
continuas: (-∞, +∞)

Interpretación:

• Los valores 
positivos indican 
que la faceta 
favorecida a
tiene una mayor 
proporción de 
resultados positivos 
predichos.

• Los valores 
cercanos a cero 
indican una 
proporción más 
equitativa de 
resultados positivos 

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5775
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

predichos entre las 
facetas.

• Los valores 
negativos indican 
que la faceta 
desfavorecida d
tiene una mayor 
proporción de 
resultados positivos 
predichos.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5776



Amazon SageMaker Guía para desarrolladores

Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Impacto dispar (DI) Mide la relación 
de proporciones 
de las etiquetas 
predichas para la 
faceta favorecida a
y la faceta desfavore 
cida d.

¿Ha habido un 
desequilibrio entre 
los grupos demográfi 
cos en los resultado 
s positivos predichos 
que pueda indicar un 
sesgo?

Rango para etiquetas 
de facetas multicate 
goría, binarias 
normalizadas y 
continuas: [0,∞)

Interpretación:

• Los valores 
inferiores a 1 
indican que la 
faceta favorecida
a tiene una mayor 
proporción de 
resultados positivos 
predichos.

• Un valor de 1 
indica que tenemos 
paridad demográfi 
ca.

• Los valores 
superiores a 1 
indican que la 
faceta desfavore 
cida d tiene una 
mayor proporció 
n de resultados 
positivos predichos.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5777
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Disparidad demográfi 
ca condicional en las 
etiquetas predichas 
(CDDPL)

Mide la disparidad de 
etiquetas predichas 
entre las facetas 
en su conjunto, 
pero también por 
subgrupos.

¿Tienen algunos 
grupos demográficos 
una mayor proporció 
n de rechazos en 
las solicitudes de 
préstamo que de 
aceptaciones?

Rango de valores 
de CDDPL para 
resultados binarios, 
multicategoría y 
continuos: [-1, +1]

• Los valores 
positivos indican 
resultados en los 
que la faceta d se 
rechaza más que 
se acepta.

• Cerca de cero 
indica que no 
hay disparidad 
demográfica en 
promedio.

• Los valores 
negativos indican 
resultados en los 
que la faceta a se 
rechaza más que 
se acepta.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5778
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Prueba de contrafác 
ticos (FT)

Examina cada 
miembro de la faceta
d y evalúa si los 
miembros similares 
de la faceta a tienen 
predicciones de 
modelo diferentes.

¿Hay un grupo 
demográfico de una 
edad específica que 
coincida estrecham 
ente en todas las 
características con 
un grupo de edad 
diferente y, sin 
embargo, se le paga 
más en promedio?

El rango para 
etiquetas de facetas 
binarias y multicate 
goría es [-1, +1].

• Los valores 
positivos se 
producen cuando 
el número de 
decisiones 
contrafácticas 
desfavorables para 
la faceta desfavore 
cida d supera a las 
favorables.

• Los valores 
cercanos a cero 
se producen 
cuando se equilibra 
el número de 
decisiones 
contrafácticas 
desfavorables y 
favorables.

• Los valores 
negativos se 
producen cuando 
el número de 
decisiones 
contrafácticas 
desfavorables para 
la faceta desfavore 

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5779
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

cida d es inferior a 
las favorables.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5780
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Diferencia de 
precisión (AD)

Mide la diferencia 
entre la precisión de 
la predicción de las 
facetas favorecidas y 
desfavorecidas.

¿Predice el modelo 
las etiquetas con 
la misma precisión 
para las solicitudes 
en todos los grupos 
demográficos?

El rango para 
etiquetas de facetas 
binarias y multicate 
goría es [-1, +1].

• Los valores 
positivos indican 
que la faceta d
sufre más de 
alguna combinación 
de falsos positivos 
(errores de tipo I) 
o falsos negativos 
(errores de tipo II). 
Esto significa que 
existe un posible 
sesgo en contra de 
la faceta desfavore 
cida d.

• Los valores 
cercanos a cero se 
producen cuando 
la precisión de la 
predicción de la 
faceta a es similar a 
la de la faceta d

• Los valores 
negativos indican 
que la faceta a
sufre más de 
alguna combinación 
de falsos positivos 

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5781
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

(errores de tipo I) 
o falsos negativos 
(errores de tipo II). 
Esto significa que 
existe un posible 
sesgo en contra de 
la faceta favorecida
a.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5782
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Diferencia de 
coincidencias (RD)

Compara las 
recuperaciones del 
modelo para las 
facetas favorecidas y 
desfavorecidas.

¿Existe un sesgo 
basado en la edad en 
los préstamos debido 
a que un modelo tiene 
una mayor capacidad 
de recuperación para 
un grupo de edad 
en comparación con 
otro?

Rango para la 
clasificación binaria y 
multicategórica: [-1, 
+1].

• Los valores 
positivos sugieren 
que el modelo 
detecta más 
verdaderos 
positivos para 
la faceta a y 
está sesgado en 
contra de la faceta 
desfavorecida d.

• Los valores 
cercanos a cero 
sugieren que el 
modelo detecta 
aproximadamente 
el mismo número 
de positivos 
verdaderos en 
ambas facetas y no 
está sesgado.

• Los valores 
negativos sugieren 
que el modelo 
detecta más 
verdaderos 
positivos para 
la faceta d y 

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5783
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

está sesgado en 
contra de la faceta 
favorecida a.

Diferencia en 
aceptación condicion 
al (DCAcc)

Compara las 
etiquetas observadas 
con las predichas por 
un modelo. Evalúa 
si es igual en todas 
las facetas de los 
resultados positivos 
predichos (aceptaci 
ones).

Al comparar un grupo 
de edad con otro, ¿se 
aceptan préstamos 
con más frecuencia o 
con menos frecuenci 
a de lo previsto 
(en función de las 
cualificaciones)?

Rango para etiquetas 
de facetas multicate 
goría, binarias y 
continuas: (-∞, +∞).

• Los valores 
positivos indican 
un posible sesgo 
en contra de los 
candidatos cualifica 
dos de la faceta 
desfavorecida d.

• Los valores 
cercanos a cero 
indican que los 
solicitantes cualifica 
dos de ambas 
facetas se aceptan 
de manera similar.

• Los valores 
negativos indican 
un posible sesgo 
en contra de los 
candidatos cualifica 
dos de la faceta 
favorecida a.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5784
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Diferencia en tasas de 
aceptación (DAR)

Mide la diferencia 
en las relaciones 
entre los resultados 
positivos observado 
s (TP) y los positivos 
predichos (TP 
+ FP) entre las 
facetas favorecidas y 
desfavorecidas.

¿Tiene el modelo la 
misma precisión a 
la hora de predecir 
las aceptaciones 
de préstamos para 
solicitantes cualifica 
dos de todos los 
grupos de edad?

El rango para 
etiquetas de facetas 
multicategoría, 
binarias y continuas 
es [-1, +1].

• Los valores 
positivos indican 
un posible sesgo 
en contra de la 
faceta d debido a 
la ocurrencia de un 
número relativam 
ente mayor de 
falsos positivos en 
la faceta desfavore 
cida d.

• Los valores 
cercanos a cero 
indican que el 
modelo predice 
las etiquetas 
observadas para 
los resultados 
positivos (aceptaci 
ones) con la misma 
precisión para 
ambas facetas.

• Los valores 
negativos indican 
un posible sesgo 
en contra de la 

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5785



Amazon SageMaker Guía para desarrolladores

Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

faceta a debido a 
la ocurrencia de un 
número relativam 
ente mayor de 
falsos positivos en 
la faceta favorecida
a.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5786
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Diferencia de 
especificidad (SD)

Compara la especific 
idad del modelo para 
las facetas favorecid 
as y desfavorecidas.

¿Existe un sesgo 
basado en la edad en 
los préstamos porque 
el modelo predice 
una mayor especific 
idad para un grupo de 
edad en comparación 
con otro?

Rango para la 
clasificación binaria y 
multicategórica: [-1, 
+1].

• Los valores 
positivos sugieren 
que el modelo 
detecta más 
falsos positivos 
para la faceta d y 
está sesgado en 
contra de la faceta 
desfavorecida d.

• Los valores 
cercanos a cero 
sugieren que el 
modelo detecta un 
número similar de 
falsos positivos en 
ambas facetas y no 
está sesgado.

• Los valores 
negativos sugieren 
que el modelo 
detecta más 
falsos positivos 
para la faceta a y 
está sesgado en 
contra de la faceta 
favorecida a.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5787
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Diferencia en rechazo 
condicional (DCR)

Compara las 
etiquetas observadas 
con las predichas por 
un modelo y evalúa 
si esto es los mismo 
en todas las facetas 
para los resultados 
negativos (rechazos).

¿Se rechazan más 
o menos solicitud 
es de préstamos de 
lo previsto para un 
grupo de edad en 
comparación con 
otro en función de las 
cualificaciones?

Rango para etiquetas 
de facetas multicate 
goría, binarias y 
continuas: (-∞, +∞).

• Los valores 
positivos indican 
un posible sesgo 
en contra de los 
candidatos cualifica 
dos de la faceta 
desfavorecida d.

• Los valores 
cercanos a cero 
indican que los 
solicitantes cualifica 
dos de ambas 
facetas se rechazan 
de manera similar.

• Los valores 
negativos indican 
un posible sesgo 
en contra de los 
candidatos cualifica 
dos de la faceta 
favorecida a.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5788
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Diferencia en tasas de 
rechazo (DRR)

Mide la diferencia 
en las relaciones 
entre los resultados 
negativos observado 
s (TN) y los negativos 
predichos (TN + FN) 
entre las facetas 
desfavorecidas y 
favorecidas.

¿Tiene el modelo la 
misma precisión a 
la hora de predecir 
los rechazos de 
préstamos para 
solicitantes no 
cualificados de todos 
los grupos de edad?

El rango para 
etiquetas de facetas 
multicategoría, 
binarias y continuas 
es [-1, +1].

• Los valores 
negativos indican 
un posible sesgo 
debido a la 
ocurrencia de un 
número relativam 
ente mayor de 
falsos negativos en 
la faceta favorecida
a.

• Los valores 
cercanos a cero 
indican que 
los resultados 
negativos (rechazos 
) se predicen 
con la misma 
precisión para 
ambas facetas.

• Los valores 
negativos indican 
un posible sesgo 
debido a la 
ocurrencia de un 
número relativam 
ente mayor de 

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5789
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

falsos negativos en 
la faceta desfavore 
cida d.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5790
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Igualdad de tratamien 
to (TE)

Mide la diferencia 
en la proporción de 
falsos positivos y 
falsos negativos entre 
las facetas favorecid 
as y desfavorecidas.

En las solicitudes 
de préstamos, ¿la 
proporción relativa 
entre falsos positivos 
y falsos negativos es 
la misma en todos los 
grupos demográficos 
de edad?

Rango para etiquetas 
de facetas binarias 
y multicategoría: (-∞, 
+∞).

• Los valores 
positivos se 
producen cuando 
la relación entre 
falsos positivos y 
falsos negativos 
de la faceta a es 
mayor que la de la 
faceta d.

• Los valores 
cercanos a cero se 
producen cuando 
la relación entre 
falsos positivos y 
falsos negativos 
de la faceta a es 
similar a la de la 
faceta d.

• Los valores 
negativos se 
producen cuando 
la relación entre 
falsos positivos y 
falsos negativos 
de la faceta a es 
menor que la de la 
faceta d.

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5791
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Métrica de sesgo 
posterior al entrenami 
ento

Descripción Pregunta de ejemplo Interpretación de los 
valores de la métrica

Entropía generalizada 
(GE)

Mide la desiguald 
ad en los beneficio 
s b asignados a 
cada entrada por 
las predicciones del 
modelo.

De los dos modelos 
candidatos para 
la clasificación de 
las solicitudes de 
préstamos, ¿conduce 
uno a una distribución 
más desigual de los 
resultados deseados 
que el otro?

Rango para etiquetas 
binarias y multicate 
goría: (0, 0,5). La 
GE no está definida 
cuando el modelo 
solo predice falsos 
negativos.

• Los valores cero se 
producen cuando 
todas las prediccio 
nes son correctas o 
todas las prediccio 
nes son falsos 
positivos.

• Los valores 
positivos indican 
desigualdad en 
las prestacio 
nes; 0,5 correspon 
de a la mayor 
desigualdad.

Para obtener información adicional sobre las métricas de sesgo, consulte A Family of Fairness 
Measures for Machine Learning in Finance.

Temas

• Diferencia en las proporciones positivas de las etiquetas predichas (DPPL)

• Impacto dispar (DI)

• Diferencia en aceptación condicional (DCAcc)

• Diferencia en rechazo condicional (DCR)

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5792

https://pages.awscloud.com/rs/112-TZM-766/images/Fairness.Measures.for.Machine.Learning.in.Finance.pdf
https://pages.awscloud.com/rs/112-TZM-766/images/Fairness.Measures.for.Machine.Learning.in.Finance.pdf
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• Diferencia de especificidad (SD)

• Diferencia de coincidencias (RD)

• Diferencia en tasas de aceptación (DAR)

• Diferencia en tasas de rechazo (DRR)

• Diferencia de precisión (AD)

• Igualdad de tratamiento (TE)

• Disparidad demográfica condicional en las etiquetas predichas (CDDPL)

• Prueba de contrafácticos (FT)

• Entropía generalizada (GE)

Diferencia en las proporciones positivas de las etiquetas predichas (DPPL)

La diferencia en las proporciones positivas de las etiquetas predichas (DPPL) determina si el modelo 
predice los resultados de forma diferente para cada faceta. Se define como la diferencia entre la 
proporción de predicciones positivas (y’ = 1) para la faceta a y la proporción de predicciones positivas 
(y’ = 1) para la faceta d. Por ejemplo, si las predicciones del modelo conceden préstamos al 60 % del 
grupo de mediana edad (faceta a) y al 50 % de otros grupos de edad (faceta d), podría estar sesgado 
en contra de la faceta d. En este ejemplo, debe determinar si la diferencia del 10 % es importante 
para determinar la existencia de un sesgo.

Una comparación de la diferencia en las proporciones de las etiquetas (DPL), una medida del sesgo 
previo al entrenamiento, con la DPPL, una medida del sesgo posterior al entrenamiento, evalúa si 
el sesgo en proporciones positivas que está inicialmente presente en el conjunto de datos cambia 
después del entrenamiento. Si el DPPL es mayor que el DPL, el sesgo en proporciones positivas 
aumenta después del entrenamiento. Si el DPPL es menor que el DPL, el modelo no aumentó el 
sesgo en proporciones positivas después del entrenamiento. La comparación de la DPL con la DPPL 
no garantiza que el modelo reduzca el sesgo en todas las dimensiones. Por ejemplo, es posible que 
el modelo siga estando sesgado si se consideran otras métricas, como o. Prueba de contrafácticos 
(FT) Diferencia de precisión (AD) Para obtener más información sobre la detección de sesgos, 
consulte la entrada del blog Descubra cómo Amazon SageMaker Clarify ayuda a detectar sesgos. 
Consulte Diferencia en las proporciones de las etiquetas (DPL) para obtener más información sobre 
DPL.

La fórmula del DPPL es:

Detecte el sesgo de los datos posteriores al entrenamiento y el modelo 5793

https://aws.amazon.com/blogs/machine-learning/learn-how-amazon-sagemaker-clarify-helps-detect-bias/
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        DPPL = q'a - q'd

Donde:

• q'a = n'a
(1)/na es la proporción predicha de la faceta a que obtiene un resultado positivo de valor 1. 

En el ejemplo, la proporción de una faceta de mediana edad que se prevé que van a obtener un 
préstamo. Aquí n'a

(1) representa el número de miembros de la faceta a que obtienen un resultado 
positivo predicho de valor 1 y na es el número de miembros de la faceta a.

• q'd = n'd
(1)/nd es la proporción predicha de la faceta de que obtiene un resultado positivo de valor 1. 

En el ejemplo, una faceta de personas de edad avanzada y jóvenes que se prevé que van a 
obtener un préstamo. Aquí n'd

(1) representa el número de miembros de la faceta d que obtienen un 
resultado positivo predicho y nd es el número de miembros de la faceta d.

Si la DPPL está lo suficientemente cerca de 0, significa que se ha alcanzado la paridad demográfica
después del entrenamiento.

En el caso de las etiquetas de facetas binarias y multicategoría, el rango de valores DPL 
normalizados oscila a lo largo del intervalo [-1, 1]. En el caso de las etiquetas continuas, los valores 
oscilan a lo largo del intervalo (-∞, +∞).

• Los valores de la DPPL positivos indican que la faceta a tiene una mayor proporción de resultados 
positivos predichos en comparación con la faceta d.

Esto se conoce como sesgo positivo.

• Los valores de la DPPL cercanos a cero indican una proporción más equitativa de resultados 
positivos predichos entre las facetas a y d y un valor de cero indica una paridad demográfica 
perfecta.

• Los valores de la DPPL negativos indican que la faceta d tiene una mayor proporción de resultados 
positivos predichos en comparación con la faceta a. Esto se conoce como sesgo negativo.

Impacto dispar (DI)

La métrica de diferencia en las proporciones positivas en las etiquetas predichas se puede evaluar 
en forma de cociente.

La comparación de la métrica de proporciones positivas en las etiquetas predichas se puede 
evaluar en forma de proporción en lugar de como diferencia, como ocurre con laDiferencia en las 
proporciones positivas de las etiquetas predichas (DPPL). La métrica de impacto dispar (DI) se 
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define como la relación entre la proporción de predicciones positivas (y' = 1) para la faceta d y la 
proporción de predicciones positivas (y' = 1) para la faceta a. Por ejemplo, si las predicciones del 
modelo conceden préstamos al 60 % de un grupo de mediana edad (faceta a) y al 50 % de otros 
grupos de edad (faceta d), entonces DI = 0,5/0,6 = 0,8, lo que indica un sesgo positivo y un impacto 
adverso en el otro grupo de edad representado por la faceta d.

La fórmula para la relación de proporciones de las etiquetas predichas es la siguiente:

        DI = q'd/q'a

Donde:

• q'a = n'a
(1)/na es la proporción predicha de la faceta a que obtiene un resultado positivo de valor 1. 

En el ejemplo, la proporción de una faceta de mediana edad que se prevé que van a obtener un 
préstamo. Aquí n'a

(1) representa el número de miembros de la faceta a que obtienen un resultado 
positivo predicho y na es el número de miembros de la faceta a.

• q'd = n'd
(1)/nd es la proporción predicha de la faceta d que obtiene un resultado positivo de valor 1. 

En el ejemplo, una faceta de personas de edad avanzada y jóvenes que se prevé que van a 
obtener un préstamo. Aquí n'd

(1) representa el número de miembros de la faceta d que obtienen un 
resultado positivo predicho y nd es el número de miembros de la faceta d.

En el caso de las etiquetas de facetas multicategoría, binarias y continuas, el rango de valores DI 
oscila a lo largo del intervalo [0, ∞).

• Los valores inferiores a 1 indican que la faceta a tiene una mayor proporción de resultados 
positivos predichos que la faceta d. Esto se conoce como sesgo positivo.

• Un valor de 1 indica paridad demográfica.

• Los valores superiores a 1 indican que la faceta d tiene una mayor proporción de resultados 
positivos predichos que la faceta a. Esto se conoce como sesgo negativo.

Diferencia en aceptación condicional (DCAcc)

Esta métrica compara las etiquetas observadas con las etiquetas predichas por el modelo y evalúa 
si esto es lo mismo en todas las facetas para los resultados positivos predichos. Esta métrica se 
aproxima al sesgo humano, ya que cuantifica cuántos resultados positivos más predijo un modelo 
(etiqueta y') para una faceta determinada en comparación con los observados en el conjunto de 
datos de entrenamiento (etiquetas y). Por ejemplo, si se observaran más aceptaciones (un resultado 
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positivo) en el conjunto de datos de entrenamiento para las solicitudes de préstamos para un grupo 
de mediana edad (faceta a) de lo previsto por el modelo basado en cualificaciones, en comparación 
con la faceta que contiene otros grupos de edad (faceta d), esto podría indicar un posible sesgo en la 
forma en que se aprueban los préstamos a favor del grupo de mediana edad.

La fórmula para la diferencia en la aceptación condicional:

        DCAcc = ca - cd

Donde:

• ca = na
(1)/ n'a

(1) es la relación entre el número observado de resultados positivos del valor 1 
(aceptaciones) de la faceta a y el número previsto de resultados positivos (aceptaciones) para la 
faceta a.

• cd = nd
(1)/ n'd

(1) es la relación entre el número observado de resultados positivos del valor 1 
(aceptaciones) de la faceta d y el número previsto de resultados positivos (aceptaciones) para la 
faceta d.

La métrica DCAcc puede captar sesgos tanto positivos como negativos que revelan un trato 
preferencial basado en las cualificaciones. Considere los siguientes casos de sesgo basado en la 
edad en la aceptación de préstamos.

Ejemplo 1: sesgo positivo

Suponga que tenemos un conjunto de datos de 100 personas de mediana edad (faceta a) y 
50 personas de otros grupos de edad (faceta d) que solicitaron préstamos, y que el modelo 
recomendó que se concedieran préstamos a 60 de la faceta a y 30 de la faceta d. Es decir, las 
proporciones predichas no tienen sesgo con respecto a la métrica DPPL, pero las etiquetas 
observadas muestran que se concedieron préstamos a 70 de la faceta a y a 20 de la faceta d. En 
otras palabras, el modelo concedió préstamos a un 17 % menos de la faceta de mediana edad de 
lo que sugerían las etiquetas observadas en los datos de entrenamiento (70/60 = 1,17) y concedió 
préstamos a un 33 % más de personas de otros grupos de edad de lo que sugerían las etiquetas 
observadas (20/30 = 0,67). El cálculo del valor de DCAcc arroja lo siguiente:

        DCAcc = 70/60 - 20/30 = 1/2

El valor positivo indica que existe un posible sesgo en contra de la faceta a de mediana edad, con 
una tasa de aceptación más baja en comparación con la otra faceta d de lo que los datos observados 
(tomados como no sesgados) indican que es el caso.
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Ejemplo 2: sesgo negativo

Suponga que tenemos un conjunto de datos de 100 personas de mediana edad (faceta a) y 
50 personas de otros grupos de edad (faceta d) que solicitaron préstamos, y que el modelo 
recomendó que se concedieran préstamos a 60 de la faceta a y 30 de la faceta d. Es decir, las 
proporciones predichas no tienen sesgo con respecto a la métrica DPPL, pero las etiquetas 
observadas muestran que se concedieron préstamos a 50 de la faceta a y a 40 de la faceta d. En 
otras palabras, el modelo concedió préstamos a un 17 % menos de la faceta de mediana edad de 
lo que sugerían las etiquetas observadas en los datos de entrenamiento (50/60 = 0,83) y concedió 
préstamos a un 33 % más de personas de otros grupos de edad de lo que sugerían las etiquetas 
observadas (40/30 = 1,33). El cálculo del valor de DCAcc arroja lo siguiente:

        DCAcc = 50/60 - 40/30 = -1/2

El valor negativo indica que existe un posible sesgo en contra de la faceta d, con una tasa de 
aceptación más baja en comparación con la faceta a de mediana edad de lo que los datos 
observados (tomados como no sesgados) indican que es el caso.

Tenga en cuenta que puede usar el dCACC como ayuda para detectar posibles sesgos (no 
intencionados) por parte de las personas que supervisan las predicciones del modelo en un entorno. 
human-in-the-loop Suponga, por ejemplo, que las predicciones y' del modelo eran equitativas, pero 
que la decisión final la toma una persona (posiblemente con acceso a características adicionales) 
que puede modificar las predicciones del modelo para generar una versión nueva y final de y'. El 
procesamiento adicional por parte del humano puede denegar involuntariamente los préstamos a un 
número desproporcionado de una faceta. La DCAcc puede ayudar a detectar estos posibles sesgos.

El rango de valores para las diferencias en la aceptación condicional de etiquetas de facetas 
multicategoría, binarias y continuas es (-∞, +∞).

• Los valores positivos se producen cuando la relación entre el número observado de aceptaciones 
y las aceptaciones predichas para la faceta a es superior a la misma relación para la faceta d. 
Estos valores indican un posible sesgo en contra de los candidatos cualificados de la faceta a. 
Cuanto mayor sea la diferencia de las relaciones, más extremo será el sesgo aparente.

• Los valores cercanos a cero se producen cuando la relación entre el número observado de 
aceptaciones y las aceptaciones predichas para la faceta a es similar a la relación para la faceta
d. Estos valores indican que las tasas de aceptación predichas son coherentes con los valores 
observados en los datos etiquetados y que los candidatos cualificados de ambas facetas están 
siendo aceptados de manera similar.
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• Los valores negativos se producen cuando la relación entre el número observado de aceptaciones 
y las aceptaciones predichas para la faceta a es inferior a la misma relación para la faceta d. Estos 
valores indican un posible sesgo en contra de los candidatos cualificados de la faceta d. Cuanto 
más negativa sea la diferencia de las relaciones, más extremo será el sesgo aparente.

Diferencia en rechazo condicional (DCR)

Esta métrica compara las etiquetas observadas con las etiquetas predichas por el modelo y evalúa 
si esto es lo mismo en todas las facetas para los resultados negativos (rechazos). Esta métrica 
se aproxima al sesgo humano, ya que cuantifica cuántos resultados negativos más predijo un 
modelo (etiquetas predichas y') para una faceta determinada en comparación con lo sugerido por 
las etiquetas en el conjunto de datos de entrenamiento (etiquetas predichas y). Por ejemplo, si se 
observaran más rechazos (un resultado negativo) para las solicitudes de préstamos para un grupo 
de mediana edad (faceta a) de lo previsto por el modelo basado en cualificaciones, en comparación 
con la faceta que contiene otros grupos de edad (faceta d), esto podría indicar un posible sesgo en la 
forma en que se rechazan los préstamos en favor del grupo de mediana edad frente a otros grupos.

La fórmula para la diferencia en la aceptación condicional:

        DCR = rd - ra

Donde:

• rd = nd
(0)/ n'd

(0) es la relación entre el número observado de resultados negativos del valor 0 
(rechazos) de la faceta d y el número previsto de resultados negativos (rechazos) de la faceta d.

• ra = na
(0)/ n'a

(0) es la relación entre el número observado de resultados negativos del valor 0 
(rechazos) de la faceta a y el número previsto de resultados negativos de valor 0 (rechazos) de la 
faceta a.

La métrica DCR puede captar sesgos tanto positivos como negativos que revelan un trato 
preferencial basado en las cualificaciones. Considere los siguientes casos de sesgo basado en la 
edad en el rechazo de préstamos.

Ejemplo 1: sesgo positivo

Suponga que tenemos un conjunto de datos de 100 personas de mediana edad (faceta a) y 
50 personas de otros grupos de edad (faceta d) que solicitaron préstamos, y que el modelo 
recomendó que se rechazaran los préstamos a 60 de la faceta a y 30 de la faceta d. Es decir, las 
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proporciones predichas no están sesgadas por la métrica DPPL, pero las etiquetas observadas 
muestran que se rechazaron los préstamos a 50 de la faceta a y a 40 de la faceta d. En otras 
palabras, el modelo rechazó préstamos a un 17 % más de la faceta de mediana edad de lo 
que sugerían las etiquetas observadas en los datos de entrenamiento (50/60 = 0,83) y rechazó 
préstamos a un 33 % menos de personas de otros grupos de edad de lo que sugerían las etiquetas 
observadas (40/30 = 1,33). El valor de DCR cuantifica esta diferencia en la relación entre las tasas 
de rechazo observadas y las previstas entre las facetas. El valor positivo indica que existe un posible 
sesgo a favor del grupo de mediana edad, con tasas de rechazo más bajas en comparación con 
otros grupos de lo que los datos observados (tomados como no sesgados) indican que es el caso.

        DCR = 40/30 - 50/60 = 1/2

Ejemplo 2: sesgo negativo

Suponga que tenemos un conjunto de datos de 100 personas de mediana edad (faceta a) y 
50 personas de otros grupos de edad (faceta d) que solicitaron préstamos, y que el modelo 
recomendó que se rechazaran los préstamos a 60 de la faceta a y 30 de la faceta d. Es decir, las 
proporciones predichas no están sesgadas por la métrica DPPL, pero las etiquetas observadas 
muestran que se rechazaron los préstamos a 70 de la faceta a y a 20 de la faceta d. En otras 
palabras, el modelo rechazó préstamos a un 17 % menos de la faceta de mediana edad de lo 
que sugerían las etiquetas observadas en los datos de entrenamiento (70/60 = 1,17)) y rechazó 
préstamos a un 33 % más de personas de otros grupos de edad de lo que sugerían las etiquetas 
observadas (20/30 = 0,67). El valor negativo indica que existe un posible sesgo a favor de la faceta
a, con una tasa de rechazo más baja en comparación con la faceta a de mediana edad de lo que los 
datos observados (tomados como no sesgados) indican que es el caso.

        DCR = 20/30 - 70/60 = -1/2

El rango de valores para las diferencias en el rechazo condicional de etiquetas de facetas 
multicategoría, binarias y continuas es (-∞, +∞).

• Los valores positivos se producen cuando la relación entre el número observado de rechazos y los 
rechazos predichos para la faceta d es superior a la misma relación para la faceta a. Estos valores 
indican un posible sesgo en contra de los candidatos cualificados de la faceta a. Cuanto mayor sea 
el valor de la métrica DCR, más extremo será el sesgo aparente.

• Los valores cercanos a cero se producen cuando la relación entre el número observado de 
rechazos y los rechazos predichos para la faceta a es similar a la relación para la faceta d. Estos 
valores indican que las tasas de rechazo predichas son coherentes con los valores observados en 
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los datos etiquetados y que los candidatos cualificados de ambas facetas están siendo rechazados 
de manera similar.

• Los valores negativos se producen cuando la relación entre el número observado de rechazos 
y los rechazos predichos para la faceta d es inferior a la misma relación para la faceta a. Estos 
valores indican un posible sesgo en contra de los candidatos cualificados de la faceta d. Cuanto 
mayor sea la magnitud de la métrica DCR negativa, más extremo será el sesgo aparente.

Diferencia de especificidad (SD)

La diferencia de especificidad (SD) es la diferencia de especificidad entre la faceta favorecida
a y la faceta desfavorecida d. La especificidad mide la frecuencia con la que el modelo predice 
correctamente un resultado negativo (y'=0). Cualquier diferencia en estas especificidades es una 
posible forma de sesgo.

La especificidad es perfecta para una faceta si todos los casos y=0 se predicen correctamente para 
esa faceta. La especificidad es mayor cuando el modelo minimiza los falsos positivos, lo que se 
conoce como error de tipo I. Por ejemplo, la diferencia entre una especificidad baja para préstamos 
en la faceta a y una especificidad alta para préstamos en la faceta d es una medida del sesgo contra 
la faceta d.

La siguiente fórmula representa la diferencia en la especificidad de las facetas a y d.

        SD = TNd/(TNd + FPd) - TNa/(TNa + FPa) = TNRd - TNRa

Las siguientes variables utilizadas para calcular la SD se definen de la siguiente manera:

• TNd son los verdaderos negativos predichos para la faceta d.

• FPd son los falsos positivos predichos para la faceta d.

• TNd son los verdaderos negativos predichos para la faceta a.

• FPd son los falsos positivos predichos para la faceta a.

• TNRa = TNa/(TNa + FPa) es la tasa negativa verdadera, también conocida como especificidad, para 
la faceta a.

• TNRd = TNd/(TNd + FPd) es la tasa negativa verdadera, también conocida como especificidad, para 
la faceta d.

Por ejemplo, considere las siguientes matrices de confusión para las facetas a y d.
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Matriz de confusión para la faceta favorecida a

Predicciones de clase 
A

Resultado real 0 Resultado real 1 Total

0 20 5 25

1 10 65 75

Total 30 70 100

Matriz de confusión para la faceta desfavorecida d

Predicciones de clase 
D

Resultado real 0 Resultado real 1 Total

0 18 7 25

1 5 20 25

Total 23 27 50

El valor de la diferencia de especificidad es SD = 18/(18+5) - 20/(20+10) = 0.7826 - 
0.6667 = 0.1159, lo que indica un sesgo en contra de la faceta d.

El rango de valores de la diferencia de especificidad entre las facetas a y d para la clasificación 
binaria y multicategoría es [-1, +1]. Esta métrica no está disponible para el caso de etiquetas 
continuas. Esto es lo que implican los diferentes valores de SD:

• Los valores positivos se obtienen cuando hay una mayor especificidad para la faceta d que para 
la faceta a. Esto sugiere que el modelo detecta menos falsos positivos para la faceta d que para la 
faceta a. Un valor positivo indica un sesgo en contra de la faceta d.

• Los valores cercanos a cero indican que la especificidad de las facetas que se comparan es 
similar. Esto sugiere que el modelo detecta un número similar de falsos positivos en ambas facetas 
y no está sesgado.

• Los valores negativos se obtienen cuando hay una mayor especificidad para la faceta a que para 
la faceta d. Esto sugiere que el modelo detecta más falsos positivos para la faceta a que para la 
faceta d. Un valor negativo indica un sesgo en contra de la faceta a.
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Diferencia de coincidencias (RD)

La métrica de diferencia de coincidencias (RD) es la diferencia de coincidencias del modelo entre 
la faceta favorecida a y la faceta desfavorecida d. Cualquier diferencia en estas coincidencias es 
una posible forma de sesgo. La coincidencia es la tasa de positivos verdaderos (TPR), que mide la 
frecuencia con la que el modelo predice correctamente los casos que deberían recibir un resultado 
positivo. La coincidencia es perfecta para una faceta si todos los casos y=1 se predicen como y’=1 
para esa faceta. La coincidencia es mayor cuando el modelo minimiza los falsos negativos, lo que 
se conoce como error de tipo II. Por ejemplo, ¿cuántas personas de dos grupos diferentes (facetas
a y d) que deberían reunir los requisitos para obtener préstamos son detectadas correctamente por 
el modelo? Si la tasa de coincidencia es alta para los préstamos a la faceta a, pero baja para los 
préstamos a la faceta d, la diferencia proporciona una medida de este sesgo respecto del grupo que 
pertenece a la faceta d.

La fórmula para la diferencia de las tasas de coincidencias de las facetas a y d es la siguiente:

        RD = TPa/(TPa + FNa) - TPd/(TPd + FNd) = TPRa - TPRd

Donde:

• TPa son los verdaderos positivos predichos para la faceta a.

• FNa son los falsos negativos predichos para la faceta a.

• TPd son los verdaderos positivos predichos para la faceta d.

• FNd son los falsos negativos predichos para la faceta d.

• TPRa = TPa/(TPa + FNa) es la coincidencia para la faceta a, o su tasa positiva verdadera.

• TPRd TPd/(TPd + FNd) es la coincidencia para la faceta d, o su tasa positiva verdadera.

Por ejemplo, considere las siguientes matrices de confusión para las facetas a y d.

Matriz de confusión para la faceta favorecida A

Predicciones de clase 
A

Resultado real 0 Resultado real 1 Total

0 20 5 25

1 10 65 75
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Predicciones de clase 
A

Resultado real 0 Resultado real 1 Total

Total 30 70 100

Matriz de confusión para la faceta desfavorecida D

Predicciones de clase 
D

Resultado real 0 Resultado real 1 Total

0 18 7 25

1 5 20 25

Total 23 27 50

El valor de la diferencia de coincidencias es RD = 65/70 - 20/27 = 0,93 - 0,74 = 0,19, lo que indica un 
sesgo en contra de la faceta d.

El rango de valores de la diferencia de coincidencias entre las facetas a y d para la clasificación 
binaria y multicategoría es [-1, +1]. Esta métrica no está disponible para el caso de etiquetas 
continuas.

• Los valores positivos se obtienen cuando hay una mayor coincidencia para la faceta a que para la 
faceta d. Esto sugiere que el modelo detecta más positivos verdaderos para la faceta a que para la 
faceta d, lo cual es una forma de sesgo.

• Los valores cercanos a cero indican que la coincidencia de las facetas que se comparan es similar. 
Esto sugiere que el modelo detecta aproximadamente el mismo número de positivos verdaderos 
en ambas facetas y no está sesgado.

• Los valores negativos se obtienen cuando hay una mayor coincidencia para la faceta d que para la 
faceta a. Esto sugiere que el modelo detecta más positivos verdaderos para la faceta d que para la 
faceta a, lo cual es una forma de sesgo.

Diferencia en tasas de aceptación (DAR)

La métrica de diferencia en tasas de aceptación (DAR) es la diferencia en las relaciones entre las 
predicciones positivas verdaderas (TP) y las positivas observadas (TP + FP) para las facetas a
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y d. Esta métrica mide la diferencia en la precisión del modelo para predecir las aceptaciones de 
estas dos facetas. La precisión mide la fracción de candidatos cualificados del grupo de candidatos 
cualificados que el modelo identifica como tales. Si la precisión del modelo para predecir los 
candidatos cualificados difiere de una faceta a otra, se trata de un sesgo y la DAR mide su magnitud.

La fórmula para la diferencia en tasas de aceptación entre las facetas a y d es la siguiente:

        DAR = TPa/(TPa + FPa) - TPd/(TPd + FPd)

Donde:

• TPa son los verdaderos positivos predichos para la faceta a.

• FPa son los falsos positivos predichos para la faceta a.

• TPd son los verdaderos positivos predichos para la faceta d.

• FPd son los falsos positivos predichos para la faceta d.

Por ejemplo, suponga que el modelo acepta 70 candidatos de mediana edad (faceta a) para un 
préstamo (etiquetas predichas positivas), de los cuales solo se aceptan 35 (etiquetas observadas 
positivas). Suponga también que el modelo acepta 100 candidatos de otros grupos demográficos 
(faceta d) para un préstamo (etiquetas predichas positivas), de los cuales solo se aceptan 40 
(etiquetas observadas positivas). Entonces, DAR = 35/70 - 40/100 = 0,10, lo que indica un posible 
sesgo en contra de las personas cualificadas del segundo grupo de edad (faceta d).

El rango de valores DAR para etiquetas de facetas multicategoría, binarias y continuas es [-1, +1].

• Los valores positivos se producen cuando la relación entre los resultados positivos predichos 
(aceptaciones) y los resultados positivos observados (candidatos cualificados) para la faceta a es 
mayor que la misma relación para la faceta d. Estos valores indican un posible sesgo en contra 
de la faceta desfavorecida d debido a la ocurrencia de un número relativamente mayor de falsos 
positivos en la faceta d. Cuanto mayor sea la diferencia de las relaciones, más extremo será el 
sesgo aparente.

• Los valores cercanos a cero se producen cuando la relación entre los resultados positivos 
predichos (aceptaciones) y los resultados positivos observados (candidatos cualificados) en las 
facetas a y d tiene valores similares, lo que indica que las etiquetas observadas de resultados 
positivos están siendo predichas con la misma precisión por el modelo.

• Los valores negativos se producen cuando la relación entre los resultados positivos predichos 
(aceptaciones) y los resultados positivos observados (candidatos cualificados) para la faceta d es 
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mayor que la misma relación para la faceta a. Estos valores indican un posible sesgo en contra de 
la faceta favorecida a provocado por la ocurrencia de un número relativamente mayor de falsos 
positivos en la faceta a. Cuanto más negativa sea la diferencia de las relaciones, más extremo 
será el sesgo aparente.

Diferencia en tasas de rechazo (DRR)

La métrica de diferencia en tasas de rechazo (DRR) es la diferencia en las relaciones entre las 
predicciones negativas verdaderas (TN) y las negativas observadas (TN + FN) para las facetas a
y d. Esta métrica mide la diferencia en la precisión del modelo para predecir los rechazos de estas 
dos facetas. La precisión mide la fracción de candidatos no cualificados del grupo de candidatos 
no cualificados que el modelo identifica como tales. Si la precisión del modelo para predecir los 
candidatos no cualificados difiere de una faceta a otra, se trata de un sesgo y la DAR mide su 
magnitud.

La fórmula para la diferencia en tasas de rechazo entre las facetas a y d es la siguiente:

        DRR = TNd/(TNd + FNd) - TNa/(TNa + FNa)

Los componentes de la ecuación DRR anterior son los siguientes.

• TNd son los verdaderos negativos predichos para la faceta d.

• FNd son los falsos negativos predichos para la faceta d.

• TPa son los verdaderos negativos predichos para la faceta a.

• FNa son los falsos negativos predichos para la faceta a.

Por ejemplo, suponga que el modelo rechaza a 100 solicitantes de mediana edad (faceta a) para 
un préstamo (etiquetas negativas predichas), de las cuales 80 no cumplen los requisitos (etiquetas 
negativas observadas). Suponga también que el modelo rechaza a 50 solicitantes de otros grupos de 
edad (faceta d) para un préstamo (etiquetas negativas predichas), de las cuales 40 no cumplen los 
requisitos (etiquetas negativas observadas). Entonces, DRR = 40/50 - 80/100 = 0, por lo que no se 
indica ningún sesgo.

El rango de valores DRR para etiquetas de facetas multicategoría, binarias y continuas es [-1, +1].

• Los valores positivos se producen cuando la relación entre los resultados negativos predichos 
(rechazos) y los resultados negativos observados (candidatos no cualificados) para la faceta d es 
mayor que la misma relación para la faceta a. Estos valores indican un posible sesgo en contra de 
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la faceta favorecida a provocado por la ocurrencia de un número relativamente mayor de falsos 
negativos en la faceta a. Cuanto mayor sea la diferencia de las relaciones, más extremo será el 
sesgo aparente.

• Los valores cercanos a cero se producen cuando la relación entre los resultados negativos 
predichos (rechazos) y los resultados negativos observados (candidatos no cualificados) en las 
facetas a y d tiene valores similares, lo que indica que las etiquetas observadas de resultados 
negativos están siendo predichas con la misma precisión por el modelo.

• Los valores negativos se producen cuando la relación entre los resultados negativos predichos 
(rechazos) y los resultados negativos observados (candidatos no cualificados) para la faceta a es 
mayor que la misma relación para la faceta d. Estos valores indican un posible sesgo en contra 
de la faceta desfavorecida d debido a la ocurrencia de un número relativamente mayor de falsos 
positivos en la faceta d. Cuanto más negativa sea la diferencia de las relaciones, más extremo 
será el sesgo aparente.

Diferencia de precisión (AD)

La métrica de diferencia de precisión (AD) es la diferencia entre la precisión de la predicción para 
diferentes facetas. Esta métrica determina si la clasificación por el modelo es más precisa en una 
faceta que en la otra. La AD indica si una faceta incurre en una mayor proporción de errores de 
tipo I y tipo II. Sin embargo, no puede diferenciar entre los errores de tipo I y de tipo II. Por ejemplo, 
el modelo puede tener la misma precisión para diferentes grupos demográficos de edad, pero los 
errores pueden ser en su mayoría falsos positivos (errores de tipo I) para un grupo por edad y, en su 
mayoría, falsos negativos (errores de tipo II) para el otro.

Además, si las aprobaciones de préstamos se realizan con una precisión mucho mayor para un 
grupo demográfico de mediana edad (faceta a) que para otro grupo demográfico basado en la 
edad (faceta d), o bien se deniega un préstamo a una mayor proporción de solicitantes cualificados 
del segundo grupo (FN) o bien una mayor proporción de solicitantes no cualificados de ese grupo 
obtiene un préstamo (FP) o ambas cosas. Esto puede provocar inequidad interna para el segundo 
grupo, incluso si la proporción de préstamos concedidos es casi la misma para ambos grupos por 
edad, lo que se indica con un valor de DPPL cercano a cero.

La fórmula de la métrica AD es la diferencia entre la precisión de la predicción de la faceta a, ACCa, 
menos la de la faceta d, ACCd:

        AD = ACCa - ACCd

Donde:
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• ACCa = (TPa + TNa)/(TPa + TNa + FPa + FNa)

• TPa son los verdaderos positivos predichos para la faceta a.

• TNa son los verdaderos negativos predichos para la faceta a.

• FPa son los falsos positivos predichos para la faceta a.

• FNa son los falsos negativos predichos para la faceta a

• ACCd = (TPd + TNd)/(TPd + TNd + FPd + FNd)

• TPd son los verdaderos positivos predichos para la faceta d.

• TNd son los verdaderos negativos predichos para la faceta d.

• FPd son los falsos positivos predichos para la faceta d.

• FNd son los falsos negativos predichos para la faceta d.

Por ejemplo, suponga que un modelo aprueba préstamos a 70 solicitantes de 100 de la faceta a y 
rechaza los otros 30. A 10 no se les debería haber ofrecido el préstamo (FPa) y a 60 se les aprobó 
correctamente (TPa). 20 de los rechazos deberían haber sido aprobados (FNa) y 10 se rechazaron 
correctamente (TNa). La precisión de la faceta a es la siguiente:

        ACCa = (60 + 10)/(60 + 10 + 20 + 10) = 0,7

Por ejemplo, suponga que un modelo aprueba préstamos a 50 solicitantes de 100 de la faceta d y 
rechaza los otros 50. A 10 no se les debería haber ofrecido el préstamo (FPa) y a 40 se les aprobó 
correctamente (TPa). 40 de los rechazos deberían haber sido aprobados (FNa) y 10 se rechazaron 
correctamente (TNa). La precisión de la faceta a se determina de la siguiente manera:

        ACCd= (40 + 10)/(40 + 10 + 40 + 10) = 0,5

Por lo tanto, la diferencia de precisión es AD = ACCa - ACCd = 0,7 - 0,5 = 0,2. Esto indica que hay un 
sesgo en contra de la faceta d, ya que la métrica es positiva.

El rango de valores AD para etiquetas de facetas binarias y multicategoría es [-1, +1].

• Los valores positivos se producen cuando la precisión de la predicción de la faceta a es mayor 
a la de la faceta d Esto significa que la faceta d sufre más a causa de alguna combinación de 
falsos positivos (errores de tipo I) o falsos negativos (errores de tipo II). Esto significa que existe un 
posible sesgo en contra de la faceta desfavorecida d.

• Los valores cercanos a cero se producen cuando la precisión de la predicción de la faceta a es 
similar a la de la faceta d
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• Los valores negativos se producen cuando la precisión de la predicción de la faceta d es mayor 
a la de la faceta a Esto significa que la faceta a sufre más a causa de alguna combinación de 
falsos positivos (errores de tipo I) o falsos negativos (errores de tipo II). Esto significa que existe un 
posible sesgo en contra de la faceta favorecida a.

Igualdad de tratamiento (TE)

La igualdad de tratamiento (TE) es la diferencia en la relación entre falsos negativos y falsos 
positivos entre las facetas a y d. La idea principal de esta métrica es evaluar si, aunque la precisión 
entre los grupos sea la misma, se da el caso de que los errores perjudiquen más a un grupo que a 
otro. La tasa de error proviene del total de falsos positivos y falsos negativos, pero el desglose de 
estos dos factores puede ser muy diferente en las facetas. La TE mide si los errores se compensan 
de manera similar o diferente en todas las facetas.

La fórmula para la igualdad de tratamiento:

        TE = FNd/FPd - FNa/FPa

Donde:

• FNd son los falsos negativos predichos para la faceta d.

• FPd son los falsos positivos predichos para la faceta d.

• FNa son los falsos negativos predichos para la faceta a.

• FPa son los falsos positivos predichos para la faceta a.

Tenga en cuenta que la métrica se vuelve ilimitada si FPa o FPd es cero.

Por ejemplo, suponga que hay 100 solicitantes de préstamos de la faceta a y 50 de la faceta d. En 
el caso de la faceta a, a 8 se les denegó erróneamente un préstamo (FNa) y a otros 6 se les aprobó 
erróneamente (FPa). El resto de las predicciones eran ciertas, por lo que TPa + TNa = 86. En el 
caso de la faceta d, 5 fueron rechazadas erróneamente (FNd) y 2 fueron aprobadas erróneamente 
(FPd). El resto de las predicciones eran ciertas, por lo que TPd + TNd = 43. La relación entre falsos 
negativos y falsos positivos es igual a 8/6 = 1,33 para la faceta a y 5/2 = 2,5 para la faceta d. Por lo 
tanto, TE = 2,5 - 1,33 = 1,167, aunque ambas facetas tienen la misma precisión:

        ACCa = (86)/(86+ 8 + 6) = 0,86

        ACCd = (43)/(43 + 5 + 2) = 0,86
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El rango de valores para las diferencias en el rechazo condicional de etiquetas de facetas binarias y 
multicategoría es (-∞, +∞). La métrica TE no está definida para etiquetas continuas. La interpretación 
de esta métrica depende de la importancia relativa de los falsos positivos (error de tipo I) y los falsos 
negativos (error de tipo II).

• Los valores positivos se producen cuando la relación entre falsos negativos y falsos positivos de la 
faceta d es mayor que la de la faceta a.

• Los valores cercanos a cero se producen cuando la relación entre falsos negativos y falsos 
positivos de la faceta a es similar a la de la faceta d.

• Los valores negativos se producen cuando la relación entre falsos negativos y falsos positivos de 
la faceta d es menor que la de la faceta a.

Note

En una versión anterior se indicaba que la métrica de igualdad de tratamiento se calculaba 
como FPa / FNa - FPd / FNd en lugar de FNd / FPd - FNa / FPa. No obstante, se puede utilizar 
cualquiera de las versiones. Para obtener más información, consulte Fairness measures 
for Machine Learning in Finance.

Disparidad demográfica condicional en las etiquetas predichas (CDDPL)

La métrica de disparidad demográfica (DDPL) determina si la faceta d tiene una proporción mayor 
de etiquetas rechazadas predichas que de etiquetas aceptadas predichas. Permite comparar la 
diferencia entre la proporción de rechazo predicha y la proporción de aceptación predicha en todas 
las facetas. Esta métrica es exactamente la misma que la métrica CDD previa al entrenamiento, 
excepto que se calcula a partir de las etiquetas predichas en lugar de las observadas. Esta métrica 
se encuentra en el rango (-1,+1).

La fórmula para las predicciones de disparidad demográfica para las etiquetas de la faceta d es la 
siguiente:

        DDPLd = n'd
(0)/n'(0) - n'd

(1)/n'(1) = Pd
R(y'0) - Pd

A(y'1)

Donde:

• n'(0) = n'a
(0) + n'd

(0) es el número de etiquetas rechazadas predichas para las facetas a y d.

• n'(1) = n'a
(1) + n'd

(1) es el número de etiquetas aceptadas predichas para las facetas a y d.
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• Pd
R(y'0) es la proporción de etiquetas rechazadas predichas (valor 0) en la faceta d.

• Pd
A(y'1) es la proporción de etiquetas aceptadas predichas (valor 1) en la faceta d.

Para descartar la paradoja de Simpson, se requiere una métrica (CDDPL) de etiquetas predichas 
que condicione la DDPL a los atributos que definen un estrato de subgrupos del conjunto de datos. 
La reagrupación puede proporcionar información sobre la causa de las aparentes disparidades 
demográficas en las facetas menos favorecidas. El caso clásico surgió en el caso de las admisiones 
en Berkeley, donde en general los hombres eran aceptados a una tasa más alta que las mujeres. 
Sin embargo, cuando se examinaron los subgrupos departamentales, se comprobó que las mujeres 
tenían tasas de admisión más altas que los hombres por departamento. La explicación es que las 
mujeres se habían presentado a departamentos con tasas de aceptación más bajas que las de los 
hombres. El examen de las tasas de aceptación del subgrupo reveló que, de hecho, las mujeres eran 
aceptadas en mayor medida que los hombres en los departamentos con tasas de aceptación más 
bajas.

La métrica CDDPL proporciona una medida única para todas las disparidades detectadas en los 
subgrupos definidos por un atributo de un conjunto de datos al promediarlas. Se define como el 
promedio ponderado de las disparidades demográficas en las etiquetas predichas (DDPLi) para cada 
uno de los subgrupos, y la disparidad de cada subgrupo se pondera en proporción al número de 
observaciones que contiene. La fórmula de la disparidad demográfica condicional en las etiquetas 
predichas es la siguiente:

        CDDPL = (1/n)*∑ini *DDPLi

Donde:

• ∑ini = n es el número total de observaciones y n i es el número de observaciones de cada 
subgrupo.

• DDPLi = n'i
(0)/n(0) - n'i

(1)/n(1) = Pi
R(y'0) - Pi

A(y'1) es la disparidad demográfica en las etiquetas 
predichas para el subgrupo.

La disparidad demográfica de un subgrupo en las etiquetas predichas (DDPLi) es la diferencia entre 
la proporción de etiquetas predichas rechazadas y la proporción de etiquetas predichas aceptadas 
en cada subgrupo.

El rango de valores DDLP para los resultados binarios, multicategoría y continuos es [-1,+1].
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• +1: cuando no hay etiquetas de rechazo predichas para la faceta a o el subgrupo ni aceptaciones 
predichas para la faceta d o el subgrupo.

• Los valores positivos indican que hay una disparidad demográfica en las etiquetas predichas, ya 
que la faceta d o el subgrupo tiene una proporción mayor de etiquetas predichas rechazadas que 
de etiquetas predichas aceptadas. Cuanto mayor sea el valor, mayor será la disparidad.

• Los valores cercanos a cero indican que, en promedio, no hay disparidad demográfica.

• Los valores negativos indican que hay una disparidad demográfica en las etiquetas predichas, ya 
que la faceta a o el subgrupo tiene una proporción mayor de etiquetas predichas rechazadas que 
de etiquetas predichas aceptadas. Cuanto menor sea el valor, mayor será la disparidad.

• -1: cuando no hay etiquetas de rechazo predichas para la faceta d o el subgrupo ni aceptaciones 
predichas para la faceta a o el subgrupo.

Prueba de contrafácticos (FT)

La prueba inversa es un enfoque que analiza cada miembro de la faceta d y evalúa si los miembros 
similares de la faceta a tienen predicciones de modelo diferentes. Los miembros de la faceta a se 
eligen de modo que sean los k vecinos más cercanos a la observación de la faceta d. Se evalúan 
cuántos vecinos más cercanos del grupo contrario reciben una predicción diferente, donde la 
predicción inversa puede ir de positiva a negativa y viceversa.

La fórmula para la prueba de contrafácticos es la diferencia en la cardinalidad de dos conjuntos 
dividida por el número de miembros de la faceta d:

        FT = (F+ - F-)/nd

Donde:

• F+ = es el número de miembros de la faceta desfavorecida d con un resultado desfavorable cuyos 
vecinos más cercanos de la faceta favorecida a obtuvieron un resultado favorable.

• F- = es el número de miembros de la faceta desfavorecida d con un resultado favorable cuyos 
vecinos más cercanos de la faceta favorecida a obtuvieron un resultado desfavorable.

• nd es el tamaño de la muestra de la faceta d.

El rango de valores de la prueba de contrafácticos para etiquetas de facetas binarias y multicategoría 
es [-1, +1]. En el caso de las etiquetas continuas, se establece un umbral para reducir las etiquetas a 
binarias.
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• Los valores positivos se producen cuando el número de decisiones contrafácticas desfavorables 
para la faceta desfavorecida d supera a las favorables.

• Los valores cercanos a cero se producen cuando se equilibra el número de decisiones 
contrafácticas desfavorables y favorables.

• Los valores negativos se producen cuando el número de decisiones contrafácticas desfavorables 
para la faceta desfavorecida d es inferior a las favorables.

Entropía generalizada (GE)

El índice de entropía generalizada (GE) mide la desigualdad en el beneficio b de la etiqueta predicha 
en comparación con la etiqueta observada. Se produce un beneficio cuando se predice un falso 
positivo. Un falso positivo se produce cuando una observación negativa (y=0) tiene una predicción 
positiva (y'=1). También se produce un beneficio cuando las etiquetas observadas y predichas son 
las mismas, lo que también se conoce como verdadero positivo y verdadero negativo. No se obtiene 
ningún beneficio cuando se predice un falso negativo. Un falso negativo se produce cuando se 
predice que una observación positiva (y=1) tendrá un resultado negativo (y'=0). El beneficio b se 
define de la siguiente manera.

 b = y' - y + 1

Según esta definición, un falso positivo recibe un beneficio b de 2 y un falso negativo recibe un 
beneficio de 0. Tanto un positivo verdadero como un negativo verdadero reciben un beneficio de 1.

La métrica GE se calcula siguiendo el índice de entropía generalizada (GE) con la ponderación
alpha establecida en 2. Esta ponderación controla la sensibilidad a diferentes valores de beneficio. 
Un alpha menor significa una mayor sensibilidad a valores más pequeños.

Las siguientes variables utilizadas para calcular la GE se definen de la siguiente manera:

• bi es el beneficio que recibe el ith punto de datos.
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• b' es la media de todos los beneficios.

La GE puede oscilar entre 0 y 0,5, donde los valores de cero indican que no hay desigualdad en 
los beneficios en todos los puntos de datos. Esto ocurre cuando todas las entradas se predicen 
correctamente o cuando todas las predicciones son falsos positivos. La GE no está definida cuando 
todas las predicciones son falsos negativos.

Note

La métrica GE no depende de que el valor de una faceta sea favorecido o desfavorecido.

Explicabilidad del modelo

Amazon SageMaker Clarify proporciona herramientas que ayudan a explicar cómo los modelos 
de aprendizaje automático (ML) hacen predicciones. Estas herramientas pueden ayudar a los 
modeladores y desarrolladores de ML y a otras partes interesadas internas a comprender las 
características del modelo en su conjunto antes de la implementación y a depurar las predicciones 
proporcionadas por el modelo una vez implementado.

• Para obtener explicaciones de sus conjuntos de datos y modelos, consulteUsa SageMaker Clarify 
para explicar y detectar sesgos.

• Para obtener explicaciones en tiempo real desde un SageMaker punto final, consulteExplicabilidad 
en línea con Clarify SageMaker .

La transparencia sobre la forma en que los modelos de ML llegan a sus predicciones también es 
fundamental para los consumidores y los reguladores. Deben confiar en las predicciones del modelo 
si van a aceptar las decisiones basadas en ellas. SageMaker Clarify utiliza un enfoque de atribución 
de características independiente del modelo. Sirve para entender por qué un modelo realizó una 
predicción después del entrenamiento y para proporcionar una explicación por instancia durante la 
inferencia. La implementación incluye una implementación escalable y eficiente de SHAP. Esto se 
basa en el concepto de un valor Shapley, del campo de la teoría de juegos cooperativos, que asigna 
a cada característica un valor de importancia para una predicción en particular.

Clarify produce gráficos de dependencia parcial (PDP) que muestran el efecto marginal que tienen 
las características en el resultado previsto de un modelo de machine learning. La dependencia 
parcial ayuda a explicar la respuesta objetivo dado un conjunto de características de entrada. 
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También admite la explicabilidad tanto de la visión artificial (CV) como del procesamiento de lenguaje 
natural (NLP) mediante el mismo algoritmo de valores Shapley (SHAP) que se utiliza para las 
explicaciones de los datos tabulares.

¿Cuál es la función de una explicación en el contexto de machine learning? Se puede pensar que 
una explicación es la respuesta a una pregunta de por qué que ayuda a los humanos a entender la 
causa de una predicción. En el contexto de un modelo de ML, es posible que le interese responder a 
preguntas como:

• ¿Por qué predijo el modelo un resultado negativo, como el rechazo de un préstamo para un 
solicitante determinado?

• ¿Cómo hace predicciones el modelo?

• ¿Por qué el modelo hizo una predicción incorrecta?

• ¿Qué características tienen la mayor influencia en el comportamiento del modelo?

Puede utilizar estas explicaciones para auditar y cumplir los requisitos reglamentarios, generar 
confianza en el modelo, respaldar la toma de decisiones humana y depurar y mejorar el rendimiento 
del modelo.

La necesidad de satisfacer las exigencias de la comprensión humana sobre la naturaleza y los 
resultados de la inferencia de ML es clave para el tipo de explicación necesaria. Las investigaciones 
de las disciplinas de la filosofía y las ciencias cognitivas han demostrado que las personas se 
preocupan especialmente por las explicaciones contrastantes, es decir, por qué ocurrió un evento X 
en lugar de algún otro evento Y que no ocurrió. En este caso, X podría ser un evento inesperado o 
sorprendente que ocurrió e Y corresponde a una expectativa basada en su modelo mental existente, 
denominado referencia. Tenga en cuenta que para el mismo evento X, diferentes personas pueden 
buscar diferentes explicaciones según su punto de vista o modelo mental Y. En el contexto de la 
IA explicable, puede pensar en X como el ejemplo que se explica e Y como una referencia que 
normalmente se elige para representar un ejemplo poco informativo o promedio en el conjunto de 
datos. A veces, por ejemplo, en el caso del modelado de imágenes mediante ML, la referencia puede 
estar implícita, mientras que una imagen cuyos píxeles son todos del mismo color puede servir como 
referencia.

Cuadernos de ejemplo

Amazon SageMaker Clarify proporciona el siguiente ejemplo de bloc de notas para explicar el 
modelo:
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• Amazon SageMaker Clarify Processing: utilice SageMaker Clarify para crear un trabajo 
de procesamiento que permita detectar sesgos y explicar las predicciones del modelo con 
atribuciones de características. Algunos ejemplos son el uso de los formatos de datos CSV y 
JSON Lines, la creación de su propio contenedor y la ejecución de trabajos de procesamiento con 
Spark.

• Explicación de la clasificación de imágenes SageMaker con SageMaker Clarify: Clarify le 
proporciona información sobre cómo sus modelos de visión artificial clasifican las imágenes.

• Explicar los modelos de detección de objetos SageMaker con SageMaker Clarify: Clarify le 
proporciona información sobre cómo sus modelos de visión artificial detectan los objetos.

Se ha verificado que este portátil solo funciona en Amazon SageMaker Studio. Si necesitas 
instrucciones sobre cómo abrir un bloc de notas en Amazon SageMaker Studio, consultaCrear o abrir 
un bloc de notas Amazon SageMaker Studio Classic. Si se le pide que elija un kernel, elija Python 3 
(ciencia de datos).

Temas

• Atribuciones de características que utilizan valores Shapley

• Referencias SHAP para la explicabilidad

Atribuciones de características que utilizan valores Shapley

SageMaker Clarify proporciona atribuciones de características basadas en el concepto del valor de
Shapley. Puede utilizar los valores Shapley para determinar la contribución de cada característica 
a las predicciones del modelo. Estas atribuciones se pueden proporcionar para predicciones 
específicas y a nivel global para el modelo en su conjunto. Por ejemplo, si utilizó un modelo de ML 
para la admisión a la universidad, las explicaciones podrían ayudar a determinar si la puntuación 
del GPA o del SAT fue la característica más responsable de las predicciones del modelo y, luego, 
puede determinar qué tan responsable fue cada característica a la hora de determinar la decisión de 
admisión de un estudiante en particular.

SageMaker Clarify ha tomado el concepto de valores de Shapley de la teoría de juegos y lo ha 
desplegado en un contexto de aprendizaje automático. El valor Shapley proporciona una forma de 
cuantificar la contribución de cada jugador a un juego y, por lo tanto, permite distribuir la ganancia 
total generada por un juego entre sus jugadores en función de sus contribuciones. En este contexto 
de aprendizaje automático, SageMaker Clarify trata la predicción del modelo en una instancia 
determinada como el juego y las características incluidas en el modelo como jugadores. Para hacer 
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una primera aproximación, puede que se sienta tentado a determinar la contribución o el efecto 
marginal de cada característica cuantificando el resultado de eliminar esa característica del modelo 
o de eliminar todas las demás características del modelo. Sin embargo, este enfoque no tiene en 
cuenta que las características incluidas en un modelo no suelen ser independientes unas de otras. 
Por ejemplo, si dos entidades están altamente correlacionadas, es posible que la eliminación de 
cualquiera de las características no altere significativamente la predicción del modelo.

Para abordar estas posibles dependencias, el valor Shapley requiere que se tenga en cuenta 
el resultado de cada posible combinación (o coalición) de características para determinar la 
importancia de cada característica. Dadas d características, hay 2d combinaciones de características 
posibles, cada una de las cuales corresponde a un modelo potencial. Para determinar la atribución 
de una característica f determinada, considere la contribución marginal de incluir f en todas las 
combinaciones de características (y los modelos asociados) que no contengan f y tome la media. Se 
puede demostrar que el valor Shapley es la forma única de asignar la contribución o importancia de 
cada característica que satisface determinadas propiedades deseables. En particular, la suma de los 
valores Shapley de cada característica corresponde a la diferencia entre las predicciones del modelo 
y las de un modelo ficticio sin características. Sin embargo, incluso para valores razonables de d, 
por ejemplo, 50 características, desde el punto de vista computacional resulta prohibitivo, además 
de poco práctico, entrenar 2d modelos posibles. Como resultado, SageMaker Clarify necesita utilizar 
varias técnicas de aproximación. Para ello, SageMaker Clarify utiliza Shapley Additive Explanations 
(SHAP), que incorpora dichas aproximaciones e ideó una implementación escalable y eficiente del 
algoritmo SHAP del núcleo mediante optimizaciones adicionales.

Para obtener información adicional sobre los valores Shapley, consulte A Unified Approach to 
Interpreting Model Predictions.

Referencias SHAP para la explicabilidad

Las explicaciones suelen ser de contraste, es decir, tienen en cuenta las desviaciones con respecto 
a una referencia. Como resultado, para la misma predicción del modelo, cabe esperar obtener 
diferentes explicaciones con respecto a distintas referencias. Por lo tanto, la elección de una 
referencia es crucial. En un contexto de ML, la referencia corresponde a un caso hipotético que 
puede ser no informativo o informativo. Durante el cálculo de los valores de Shapley, SageMaker 
Clarify genera varias instancias nuevas entre la línea base y la instancia dada, en las que la ausencia 
de una entidad se modela estableciendo el valor de la entidad en el de la línea base y la presencia 
de una entidad se modela estableciendo el valor de la entidad en el de la instancia dada. Por lo 
tanto, la ausencia de todas las características corresponde a la referencia y la presencia de todas las 
características corresponde a la instancia dada.
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¿Cómo se pueden elegir buenas referencias? A menudo es conveniente seleccionar una referencia 
con un contenido de información muy bajo. Por ejemplo, puede construir una instancia promedio 
a partir del conjunto de datos de entrenamiento tomando la mediana o el promedio para las 
características numéricas y la moda para las características categóricas. Para el ejemplo de 
admisión a la universidad, tal vez le interese explicar por qué se aceptó a un candidato en particular 
en comparación con las aceptaciones iniciales basadas en un solicitante promedio. Si no se 
proporciona, SageMaker Clarify calcula automáticamente una línea base utilizando K-medias o 
prototipos K en el conjunto de datos de entrada.

Como alternativa, puede elegir generar explicaciones con respecto a las referencias informativas. 
En el caso de la admisión a la universidad, es posible que desees explicar por qué se rechazó a un 
candidato en particular en comparación con otros solicitantes de orígenes demográficos similares. En 
este caso, puede elegir una referencia que represente a los candidatos de interés, es decir, aquellos 
con antecedentes demográficos similares. Por lo tanto, puede utilizar referencias informativas para 
concentrar el análisis en los aspectos específicos de la predicción de un modelo concreto. Para aislar 
las características para la evaluación, configure los atributos demográficos y otras características 
sobre las que no puede actuar con el mismo valor que la instancia dada.

Utilice SageMaker Clarify para explicar la explicabilidad con el 
piloto automático SageMaker

Autopilot utiliza las herramientas proporcionadas por Amazon SageMaker Clarify para ayudar 
a proporcionar información sobre cómo los modelos de aprendizaje automático (ML) hacen 
predicciones. Estas herramientas pueden ayudar a los ingenieros de ML, a los administradores 
de productos y a otras partes interesadas internas a comprender las características de los 
modelos. Para confiar en las decisiones tomadas en función de las predicciones de los modelos 
e interpretarlas, tanto los consumidores como los reguladores confían en la transparencia del 
aprendizaje automático.

La funcionalidad explicativa del piloto automático utiliza un enfoque de atribución de características 
independiente del modelo. Este enfoque determina la contribución de las características o entradas 
individuales al resultado del modelo, lo que proporciona información sobre la relevancia de las 
diferentes características. Sirve para entender por qué un modelo realizó una predicción después 
del entrenamiento y para proporcionar una explicación por instancia durante la inferencia. La 
implementación incluye una implementación escalable de SHAP (Shapley Additive Explanations). 
Esta implementación se basa en el concepto de un valor de Shapley de la teoría de juegos 
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cooperativos, que asigna a cada característica un valor de importancia para una predicción en 
particular.

Puede utilizar las explicaciones del SHAP para lo siguiente: auditar y cumplir los requisitos 
reglamentarios, fomentar la confianza en el modelo, apoyar la toma de decisiones por parte de las 
personas o depurar y mejorar el rendimiento del modelo.

Para obtener información adicional sobre las referencias y los valores Shapely, consulte Referencias 
SHAP para la explicabilidad.

Para obtener una guía de la documentación de Amazon SageMaker Clarify, consulte la Guía de la 
documentación de Amazon SageMaker Clarify.
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Uso de la gobernanza para documentar y realizar un 
seguimiento del rendimiento del modelo
La gobernanza de modelos es un marco que proporciona una visibilidad sistemática del desarrollo, 
la validación y el uso de los modelos de machine learning (ML). Amazon SageMaker proporciona 
herramientas de gobierno del aprendizaje automático diseñadas específicamente para gestionar 
el acceso al control, el seguimiento de las actividades y los informes a lo largo del ciclo de vida del 
aprendizaje automático.

Gestione los permisos con privilegios mínimos para los profesionales del aprendizaje automático 
mediante Amazon SageMaker Role Manager, cree documentación detallada sobre modelos con 
Amazon SageMaker Model Cards y obtenga visibilidad de sus modelos con paneles centralizados 
mediante Amazon SageMaker Model Dashboard.

Gestor de SageMaker funciones de Amazon
Con Amazon SageMaker Role Manager, los administradores pueden definir los permisos de usuario 
con permisos de privilegios mínimos para las actividades comunes de aprendizaje automático. 
Utilice Amazon SageMaker Role Manager para crear y gestionar funciones de IAM personalizadas y 
específicas para las necesidades de su empresa.

Para obtener más información, consulte Gestor de SageMaker funciones de Amazon.

Tarjetas SageMaker modelo Amazon
Utilice Amazon SageMaker Model Cards para documentar, recuperar y compartir la información 
esencial del modelo desde la concepción hasta la implementación. Con las tarjetas de modelos, los 
administradores de riesgos de modelos, los científicos de datos y los ingenieros de ML pueden crear 
un registro inmutable de los usos previstos del modelo, las clasificaciones de riesgo, los detalles del 
entrenamiento, los resultados de las evaluaciones y mucho más.

Para obtener más información, consulte Tarjetas SageMaker modelo Amazon.

Panel de SageMaker modelos de Amazon
Amazon SageMaker Model Dashboard es un resumen visual prediseñado de todos los modelos de 
tu cuenta. SageMaker Model Dashboard integra información valiosa de Amazon SageMaker Model 
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Monitor, Transform Jobs, Endpoints, ML Lineage Tracking y Amazon CloudWatch para que pueda 
acceder a información de alto nivel del modelo y realizar un seguimiento del rendimiento del modelo 
en una vista unificada.

Para obtener más información, consulte Panel de SageMaker modelos de Amazon.

Tarjetas SageMaker modelo Amazon

Utilice Amazon SageMaker Model Cards para documentar detalles importantes sobre sus modelos 
de aprendizaje automático (ML) en un solo lugar para agilizar la gobernanza y la elaboración de 
informes.

Catalogue detalles, como el uso previsto y la clasificación de riesgo de un modelo, los detalles y 
las métricas del entrenamiento, los resultados y las observaciones de la evaluación, y elementos 
adicionales, como consideraciones, recomendaciones e información personalizada. Al crear tarjetas 
de modelos, puede hacer lo siguiente:

• Proporcionar orientación sobre cómo debe usarse un modelo.

• Respaldar las actividades de auditoría con descripciones detalladas del entrenamiento y 
rendimiento del modelo.

• Comunicar cómo se pretende que un modelo respalde los objetivos empresariales.

Las tarjetas de modelos proporcionan una guía prescriptiva sobre la información que se debe 
documentar e incluyen campos para información personalizada. Tras crear una tarjeta de modelo, 
puede exportarla a un PDF o descargarla para compartirla con las partes interesadas pertinentes. 
Cualquier modificación, salvo la actualización del estado de aprobación, realizada en una tarjeta 
de modelo da como resultado versiones adicionales de la tarjeta de modelo para tener un registro 
inmutable de los cambios del modelo.

Temas

• Requisitos previos

• Usos previstos de un modelo

• Clasificaciones de riesgo

• Esquema JSON de la tarjeta de modelo

• Para crear una tarjeta de modelo
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• Administración de las tarjetas de modelos

• Soporte multicuenta para Amazon SageMaker Model Cards

• Uso de tarjetas de modelos a través de las API de bajo nivel

• Preguntas frecuentes sobre las tarjetas de modelos

Requisitos previos

Para empezar a utilizar las tarjetas SageMaker modelo de Amazon, debes tener permiso para crear, 
editar, ver y exportar modelos de tarjetas.

Usos previstos de un modelo

Especificar los usos previstos de un modelo ayuda a garantizar que los desarrolladores y los 
usuarios del modelo dispongan de la información que necesitan para entrenar o implementar el 
modelo de forma responsable. Los usos previstos de un modelo deben describir los escenarios en 
los que es apropiado usarlo, así como los escenarios en los que no se recomienda su uso.

Se recomienda incluir:

• El propósito general del modelo

• Casos de uso para los que se diseñó el modelo

• Casos de uso para los que no se diseñó el modelo

• Suposiciones hechas al desarrollar el modelo

Los usos previstos de un modelo van más allá de los detalles técnicos y describen cómo se debe 
utilizar un modelo en producción, los escenarios en los que es apropiado utilizar un modelo y otras 
consideraciones, como el tipo de datos que se van a utilizar con el modelo o cualquier hipótesis que 
se haya hecho durante el desarrollo.

Clasificaciones de riesgo

Los desarrolladores crean modelos de ML para casos de uso con distintos niveles de riesgo. Por 
ejemplo, un modelo que apruebe solicitudes de préstamo puede ser un modelo de mayor riesgo que 
uno que detecte la categoría de un correo electrónico. Dados los diversos perfiles de riesgo de un 
modelo, las tarjetas de modelos proporcionan un campo para categorizar la clasificación de riesgo de 
un modelo.
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Esta clasificación de riesgo puede ser unknown, low, medium o high. Utilice estos campos de 
clasificación de riesgo para etiquetar modelos desconocidos, de riesgo bajo, medio o alto y ayudar a 
su organización a cumplir con las normas vigentes sobre la puesta en producción de determinados 
modelos.

Esquema JSON de la tarjeta de modelo

Los detalles de evaluación de una tarjeta de modelo deben proporcionarse en formato JSON. Si 
ya tiene informes de evaluación en formato JSON generados por SageMaker Clarify o SageMaker 
Model Monitor, cárguelos en Amazon S3 y proporcione un URI de S3 para analizar automáticamente 
las métricas de evaluación. Para obtener más información y ejemplos de informes, consulta la 
carpeta de métricas de ejemplo en el cuaderno de ejemplo Amazon SageMaker Model Governance: 
Model Cards.

Al crear una tarjeta de modelo con el SDK de SageMaker Python, el contenido del modelo debe estar 
en el esquema JSON de la tarjeta de modelo y debe proporcionarse como una cadena. Proporcione 
un contenido del modelo similar al del siguiente ejemplo.

Archivo de ejemplo del esquema JSON de la tarjeta de modelo

{ 
  "$schema": "http://json-schema.org/draft-07/schema#", 
  "$id": "http://json-schema.org/draft-07/schema#", 
  "title": "SageMakerModelCardSchema", 
  "description": "Default model card schema", 
  "version": "0.1.0", 
  "type": "object", 
  "additionalProperties": false, 
  "properties": { 
    "model_overview": { 
      "description": "Overview about the model", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "model_description": { 
          "description": "description of model", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_owner": { 
          "description": "Owner of model", 
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          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_creator": { 
          "description": "Creator of model", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "problem_type": { 
          "description": "Problem being solved with the model", 
          "type": "string" 
        }, 
        "algorithm_type": { 
          "description": "Algorithm used to solve the problem", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_id": { 
          "description": "SageMaker Model Arn or Non SageMaker Model id", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_artifact": { 
          "description": "Location of the model artifact", 
          "type": "array", 
          "maxContains": 15, 
          "items": { 
            "type": "string", 
            "maxLength": 1024 
          } 
        }, 
        "model_name": { 
          "description": "Name of the model", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_version": { 
          "description": "Version of the model", 
          "type": "number", 
          "minimum": 1 
        }, 
        "inference_environment": { 
          "description": "Overview about the inference", 
          "type": "object", 
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          "additionalProperties": false, 
          "properties": { 
            "container_image": { 
              "description": "SageMaker inference image uri", 
              "type": "array", 
              "maxContains": 15, 
              "items": { 
                "type": "string", 
                "maxLength": 1024 
              } 
            } 
          } 
        } 
      } 
    }, 
    "model_package_details": { 
      "description": "Metadata information related to model package version", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "model_package_description": { 
          "description": "A brief summary of the model package", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_package_arn": { 
          "description": "The Amazon Resource Name (ARN) of the model package", 
          "type": "string", 
          "minLength": 1, 
          "maxLength": 2048 
        }, 
        "created_by": { 
          "description": "Information about the user who created model package.", 
          "type": "object", 
          "additionalProperties": false, 
          "properties": { 
            "user_profile_name": { 
              "description": "The name of the user's profile in SageMaker Studio", 
              "type": "string", 
              "maxLength": 63 
            } 
          } 
        }, 
        "model_package_status": { 
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          "description": "Current status of model package", 
          "type": "string", 
          "enum": [ 
            "Pending", 
            "InProgress", 
            "Completed", 
            "Failed", 
            "Deleting" 
          ] 
        }, 
        "model_approval_status": { 
          "description": "Current approval status of model package", 
          "type": "string", 
          "enum": [ 
            "Approved", 
            "Rejected", 
            "PendingManualApproval" 
          ] 
        }, 
        "approval_description": { 
          "description": "A description provided for the model approval", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_package_group_name": { 
          "description": "If the model is a versioned model, the name of the model 
 group that the versioned model belongs to.", 
          "type": "string", 
          "minLength": 1, 
          "maxLength": 63 
        }, 
        "model_package_name": { 
          "description": "Name of the model package", 
          "type": "string", 
          "minLength": 1, 
          "maxLength": 63 
        }, 
        "model_package_version": { 
          "description": "Version of the model package", 
          "type": "number", 
          "minimum": 1 
        }, 
        "domain": { 
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          "description": "The machine learning domain of the model package you 
 specified. Common machine learning domains include computer vision and natural 
 language processing.", 
          "type": "string" 
        }, 
        "task": { 
          "description": "The machine learning task you specified that your model 
 package accomplishes. Common machine learning tasks include object detection and image 
 classification.", 
          "type": "string" 
        }, 
        "source_algorithms": { 
          "description": "A list of algorithms that were used to create a model 
 package.", 
          "$ref": "#/definitions/source_algorithms" 
        }, 
        "inference_specification": { 
          "description": "Details about inference jobs that can be run with models 
 based on this model package.", 
          "$ref": "#/definitions/inference_specification" 
        } 
      } 
    }, 
    "intended_uses": { 
      "description": "Intended usage of model", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "purpose_of_model": { 
          "description": "Why the model was developed?", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "intended_uses": { 
          "description": "intended use cases", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "factors_affecting_model_efficiency": { 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "risk_rating": { 
          "description": "Risk rating for model card", 
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          "$ref": "#/definitions/risk_rating" 
        }, 
        "explanations_for_risk_rating": { 
          "type": "string", 
          "maxLength": 2048 
        } 
      } 
    }, 
    "business_details": { 
      "description": "Business details of model", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "business_problem": { 
          "description": "What business problem does the model solve?", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "business_stakeholders": { 
          "description": "Business stakeholders", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "line_of_business": { 
          "type": "string", 
          "maxLength": 2048 
        } 
      } 
    }, 
    "training_details": { 
      "description": "Overview about the training", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "objective_function": { 
          "description": "the objective function the model will optimize for", 
          "function": { 
            "$ref": "#/definitions/objective_function" 
          }, 
          "notes": { 
            "type": "string", 
            "maxLength": 1024 
          } 
        }, 
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        "training_observations": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "training_job_details": { 
          "type": "object", 
          "additionalProperties": false, 
          "properties": { 
            "training_arn": { 
              "description": "SageMaker Training job arn", 
              "type": "string", 
              "maxLength": 1024 
            }, 
            "training_datasets": { 
              "description": "Location of the model datasets", 
              "type": "array", 
              "maxContains": 15, 
              "items": { 
                "type": "string", 
                "maxLength": 1024 
              } 
            }, 
            "training_environment": { 
              "type": "object", 
              "additionalProperties": false, 
              "properties": { 
                "container_image": { 
                  "description": "SageMaker training image uri", 
                  "type": "array", 
                  "maxContains": 15, 
                  "items": { 
                    "type": "string", 
                    "maxLength": 1024 
                  } 
                } 
              } 
            }, 
            "training_metrics": { 
              "type": "array", 
              "items": { 
                "maxItems": 50, 
                "$ref": "#/definitions/training_metric" 
              } 
            }, 
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            "user_provided_training_metrics": { 
              "type": "array", 
              "items": { 
                "maxItems": 50, 
                "$ref": "#/definitions/training_metric" 
              } 
            }, 
            "hyper_parameters": { 
              "type": "array", 
              "items": { 
                "maxItems": 100, 
                "$ref": "#/definitions/training_hyper_parameter" 
              } 
            }, 
            "user_provided_hyper_parameters": { 
              "type": "array", 
              "items": { 
                "maxItems": 100, 
                "$ref": "#/definitions/training_hyper_parameter" 
              } 
            } 
          } 
        } 
      } 
    }, 
    "evaluation_details": { 
      "type": "array", 
      "default": [], 
      "items": { 
        "type": "object", 
        "required": [ 
          "name" 
        ], 
        "additionalProperties": false, 
        "properties": { 
          "name": { 
            "type": "string", 
            "pattern": ".{1,63}" 
          }, 
          "evaluation_observation": { 
            "type": "string", 
            "maxLength": 2096 
          }, 
          "evaluation_job_arn": { 
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            "type": "string", 
            "maxLength": 256 
          }, 
          "datasets": { 
            "type": "array", 
            "items": { 
              "type": "string", 
              "maxLength": 1024 
            }, 
            "maxItems": 10 
          }, 
          "metadata": { 
            "description": "additional attributes associated with the evaluation 
 results", 
            "type": "object", 
            "additionalProperties": { 
              "type": "string", 
              "maxLength": 1024 
            } 
          }, 
          "metric_groups": { 
            "type": "array", 
            "default": [], 
            "items": { 
              "type": "object", 
              "required": [ 
                "name", 
                "metric_data" 
              ], 
              "properties": { 
                "name": { 
                  "type": "string", 
                  "pattern": ".{1,63}" 
                }, 
                "metric_data": { 
                  "type": "array", 
                  "items": { 
                    "anyOf": [ 
                      { 
                        "$ref": "#/definitions/simple_metric" 
                      }, 
                      { 
                        "$ref": "#/definitions/linear_graph_metric" 
                      }, 
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                      { 
                        "$ref": "#/definitions/bar_chart_metric" 
                      }, 
                      { 
                        "$ref": "#/definitions/matrix_metric" 
                      } 
                    ] 

                  } 
                } 
              } 
            } 
          } 
        } 
      } 
    }, 
    "additional_information": { 
      "additionalProperties": false, 
      "type": "object", 
      "properties": { 
        "ethical_considerations": { 
          "description": "Any ethical considerations that the author wants to provide", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "caveats_and_recommendations": { 
          "description": "Caveats and recommendations for people who might use this 
 model in their applications.", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "custom_details": { 
          "type": "object", 
          "additionalProperties": { 
            "$ref": "#/definitions/custom_property" 
          } 
        } 
      } 
    } 
  }, 
  "definitions": { 
    "source_algorithms": { 
      "type": "array", 
      "minContains": 1, 
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      "maxContains": 1, 
      "items": { 
        "type": "object", 
        "additionalProperties": false, 
        "required": [ 
          "algorithm_name" 
        ], 
        "properties": { 
          "algorithm_name": { 
            "description": "The name of an algorithm that was used to create the model 
 package. The algorithm must be either an algorithm resource in your SageMaker account 
 or an algorithm in AWS Marketplace that you are subscribed to.", 
            "type": "string", 
            "maxLength": 170 
          }, 
          "model_data_url": { 
            "description": "The Amazon S3 path where the model artifacts, which result 
 from model training, are stored.", 
            "type": "string", 
            "maxLength": 1024 
          } 
        } 
      } 
    }, 
    "inference_specification": { 
      "type": "object", 
      "additionalProperties": false, 
      "required": [ 
        "containers" 
      ], 
      "properties": { 
        "containers": { 
          "description": "Contains inference related information which were used to 
 create model package.", 
          "type": "array", 
          "minContains": 1, 
          "maxContains": 15, 
          "items": { 
            "type": "object", 
            "additionalProperties": false, 
            "required": [ 
              "image" 
            ], 
            "properties": { 
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              "model_data_url": { 
                "description": "The Amazon S3 path where the model artifacts, which 
 result from model training, are stored.", 
                "type": "string", 
                "maxLength": 1024 
              }, 
              "image": { 
                "description": "Inference environment path. The Amazon EC2 Container 
 Registry (Amazon ECR) path where inference code is stored.", 
                "type": "string", 
                "maxLength": 255 
              }, 
              "nearest_model_name": { 
                "description": "The name of a pre-trained machine learning benchmarked 
 by Amazon SageMaker Inference Recommender model that matches your model.", 
                "type": "string" 
              } 
            } 
          } 
        } 
      } 
    }, 
    "risk_rating": { 
      "description": "Risk rating of model", 
      "type": "string", 
      "enum": [ 
        "High", 
        "Medium", 
        "Low", 
        "Unknown" 
      ] 
    }, 
    "custom_property": { 
      "description": "Additional property in section", 
      "type": "string", 
      "maxLength": 1024 
    }, 
    "objective_function": { 
      "description": "objective function that training job is optimized for", 
      "additionalProperties": false, 
      "properties": { 
        "function": { 
          "type": "string", 
          "enum": [ 
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            "Maximize", 
            "Minimize" 
          ] 
        }, 
        "facet": { 
          "type": "string", 
          "maxLength": 63 
        }, 
        "condition": { 
          "type": "string", 
          "maxLength": 63 
        } 
      } 
    }, 
    "training_metric": { 
      "description": "training metric data", 
      "type": "object", 
      "required": [ 
        "name", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "value": { 
          "type": "number" 
        } 
      } 
    }, 
    "training_hyper_parameter": { 
      "description": "training hyper parameter", 
      "type": "object", 
      "required": [ 
        "name", 
        "value" 
      ], 
      "additionalProperties": false, 
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      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "value": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        } 
      } 
    }, 
    "linear_graph_metric": { 
      "type": "object", 
      "required": [ 
        "name", 
        "type", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "type": { 
          "type": "string", 
          "enum": [ 
            "linear_graph" 
          ] 
        }, 
        "value": { 
          "anyOf": [ 
            { 
              "type": "array", 
              "items": { 
                "type": "array", 
                "items": { 
                  "type": "number" 
                }, 
                "minItems": 2, 
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                "maxItems": 2 
              }, 
              "minItems": 1 
            } 
          ] 
        }, 
        "x_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        }, 
        "y_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        } 
      } 
    }, 
    "bar_chart_metric": { 
      "type": "object", 
      "required": [ 
        "name", 
        "type", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "type": { 
          "type": "string", 
          "enum": [ 
            "bar_chart" 
          ] 
        }, 
        "value": { 
          "anyOf": [ 
            { 
              "type": "array", 
              "items": { 
                "type": "number" 
              }, 
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              "minItems": 1 
            } 
          ] 
        }, 
        "x_axis_name": { 
          "$ref": "#/definitions/axis_name_array" 
        }, 
        "y_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        } 
      } 
    }, 
    "matrix_metric": { 
      "type": "object", 
      "required": [ 
        "name", 
        "type", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "type": { 
          "type": "string", 
          "enum": [ 
            "matrix" 
          ] 
        }, 
        "value": { 
          "anyOf": [ 
            { 
              "type": "array", 
              "items": { 
                "type": "array", 
                "items": { 
                  "type": "number" 
                }, 
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                "minItems": 1, 
                "maxItems": 20 
              }, 
              "minItems": 1, 
              "maxItems": 20 
            } 
          ] 
        }, 
        "x_axis_name": { 
          "$ref": "#/definitions/axis_name_array" 
        }, 
        "y_axis_name": { 
          "$ref": "#/definitions/axis_name_array" 
        } 
      } 
    }, 
    "simple_metric": { 
      "description": "metric data", 
      "type": "object", 
      "required": [ 
        "name", 
        "type", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "type": { 
          "type": "string", 
          "enum": [ 
            "number", 
            "string", 
            "boolean" 
          ] 
        }, 
        "value": { 
          "anyOf": [ 
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            { 
              "type": "number" 
            }, 
            { 
              "type": "string", 
              "maxLength": 63 
            }, 
            { 
              "type": "boolean" 
            } 
          ] 
        }, 
        "x_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        }, 
        "y_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        } 
      } 
    }, 
    "axis_name_array": { 
      "type": "array", 
      "items": { 
        "type": "string", 
        "maxLength": 63 
      } 
    }, 
    "axis_name_string": { 
      "type": "string", 
      "maxLength": 63 
    } 
  }
}                 
               

Para crear una tarjeta de modelo

Puedes crear una tarjeta SageMaker modelo de Amazon mediante la SageMaker consola o el SDK 
de SageMaker Python. También puede utilizar operaciones de la API directamente. Para obtener 
más información sobre las operaciones de la API, consulte Uso de tarjetas de modelos a través de 
las API de bajo nivel.
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Cree una tarjeta modelo con la SageMaker consola

Ve a la SageMaker consola de Amazon. En el panel de navegación, en Gobernanza, elija Tarjetas de 
modelos. En la esquina superior derecha, seleccione Crear tarjeta de modelo.

Siga los cuatro pasos que aparecen en el mensaje de Crear tarjeta de modelo para documentar los 
detalles de su modelo.

Paso 1: Ingresar los detalles del modelo y el uso previsto

Si su modelo es un recurso de AWS, especifique el nombre exacto del modelo en este campo para 
rellenar automáticamente los detalles del modelo. Para ver los nombres de modelos existentes, 
consulta Modelos en la SageMaker consola de Amazon. Cada nombre de modelo único solo puede 
tener una tarjeta de modelo asociada.

Si su modelo no es un recurso de AWS, proporcione un nombre único para el modelo. Para añadir un 
modelo como AWS recurso, consulta Crear un modelo en la Guía para SageMaker desarrolladores 
de Amazon. Como alternativa, puede añadir su modelo como paquete de modelos mediante
SageMakerMarketplace o SageMaker Model Registry.

Para obtener más información sobre los usos previstos, consulte Usos previstos de un modelo. Para 
obtener más información sobre las clasificaciones de riesgo, consulte Clasificaciones de riesgo.

Paso 2: Ingresar detalles de entrenamiento

Agregue los detalles del entrenamiento, las observaciones del entrenamiento, los conjuntos de datos, 
los hiperparámetros y los detalles sobre la función objetivo del modelo a la tarjeta de modelo.

La función objetivo de una tarjeta de modelo puede ser cualquier función que se optimice durante 
el entrenamiento. Esto puede incluir, entre otras cosas, funciones de costos, funciones de pérdida 
o métricas objetivas. En esta sección, documente la función objetivo que es más importante para 
entrenar su modelo.

Se recomienda catalogar los siguientes atributos de la función objetivo:

• Dirección de optimización

• Métrica

• Descripción

Por ejemplo, puede minimizar (dirección de optimización) la pérdida de entropía cruzada (métrica) 
para un problema de clasificación binaria (descripción) o maximizar la probabilidad de una regresión 
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logística. Además, puede proporcionar notas sobre por qué eligió esta función objetivo en lugar de 
otras.

Paso 3: Ingresar los detalles de la evaluación

Si ya tiene informes de evaluación generados por SageMaker Clarify o Model Monitor, proporcione 
un URI de S3 para esos informes o cárguelos manualmente para añadirlos a la tarjeta del modelo.

Para obtener más información sobre SageMaker Clarify, consulte Ejecute SageMaker Clarify 
Processing Jobs para analizar los sesgos y explicar el sesgo.

Para obtener más información sobre la supervisión de la desviación en las métricas de calidad del 
modelo mediante el monitor de modelos, consulte Supervisión de la calidad del modelo.

Para agregar su propio informe de evaluación, elija una Evaluación de tarjeta de modelo genérica. 
Todos los informes de evaluación de las tarjetas de modelos deben estar en el Esquema JSON de la 
tarjeta de modelo.

Paso 4: Ingresar detalles adicionales

Agregue campos de detalles personalizados de la tarjeta de modelo para cualquier información 
adicional que desee incluir en su tarjeta de modelo. Por ejemplo, puede incluir el campo 
personalizado Línea de negocio con un valor de Finanzas personales.

Guardar la tarjeta de modelo

Tras revisar la información de la tarjeta de modelo, seleccione Guardar en la esquina inferior derecha 
para guardar la tarjeta de modelo.

Cree una tarjeta modelo con el SDK de SageMaker Python

Antes de crear una tarjeta de modelo, primero debe definir el contenido de la tarjeta de modelo. 
Cuando se usa el SDK de SageMaker Python, el contenido del modelo consiste en una descripción 
general del modelo, detalles de capacitación, usos previstos, detalles de evaluación e información 
adicional.

Puede crear tarjetas de modelos para:

• Modelos que se alojan en SageMaker

• Paquetes de modelos (modelos) dentro del Registro de SageMaker modelos
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• Modelos que están alojados o registrados fuera de SageMaker

También puede crear tarjetas de modelos sin asociarles ningún modelo.

Le recomendamos que añada los modelos que ha entrenado al Registro de SageMaker modelos. 
El registro de modelos le ayuda a catalogar los modelos y realizar un seguimiento de las versiones 
de los modelos. Al crear una tarjeta de modelo, la información sobre el modelo del registro de 
modelos rellena automáticamente la tarjeta de modelo. Puede editar la tarjeta de modelo o agregarle 
información después de crearla.

Para obtener más información sobre el uso del registro de modelos, consulte Registro e 
implementación de modelos con el registro de modelos. Para obtener información sobre la creación 
de una tarjeta de modelo a partir de un registro de modelos, consulte Cree una tarjeta de modelo 
para su modelo en el Registro de SageMaker modelos.

Note

Para usar tarjetas modelo con el SDK de SageMaker Python, primero debe establecer una 
SageMaker sesión. Para obtener más información, consulte Sesión en la referencia de la API 
del SDK de SageMaker Python.

Para crear una tarjeta de modelo para modelos que no están en el Registro de SageMaker modelos, 
consulteCreación de un modelo que no esté en el registro de modelos.

Creación de un modelo que no esté en el registro de modelos

Utilice la información de las siguientes secciones para crear una tarjeta de modelo para un modelo 
que no haya agregado al registro de modelos.

Paso 1: Definir la descripción general del modelo

Defina una visión general de su modelo.

model_overview = ModelOverview.from_model_name(
model_name=model_name,
sagemaker_session=sagemaker_session,
model_description="A-description-of-your-model",
problem_type="Problem-type", # For example, "Binary Classification"
algorithm_type="Algorithm-type", # For example, "Logistic Regression"
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model_creator="Name-of-model-creator",
model_owner="Name-of-model-owner",
)

Si su modelo es un recurso de AWS, la información general, como el ARN del modelo, el URI del 
contenedor de inferencias y la ubicación en S3 de los artefactos del modelo, se puede recuperar 
automáticamente. Imprima los metadatos de AWS asociados con los siguientes comandos:

print(model_overview.model_id)
print(model_overview.inference_environment.container_image)
print(model_overview.model_artifact)

Paso 2: Definir detalles de entrenamiento

Para definir los detalles de entrenamiento de su modelo, primero debe definir su función objetivo.

objective_function = ObjectiveFunction( 
    function=Function( 
        function=ObjectiveFunctionEnum.MINIMIZE, 
        facet=FacetEnum.LOSS, 
    ), 
    notes="An-explanation-about-objective-function",
)

A continuación, puede definir los detalles del entrenamiento utilizando la descripción general, 
la sesión y la función objetivo del modelo existente. Agregue aquí cualquier observación de 
entrenamiento.

training_details = TrainingDetails.from_model_overview( 
    model_overview=model_overview, 
    sagemaker_session=sagemaker_session, 
    objective_function=objective_function, 
    training_observations="Model-training-observations",
)

Una vez más, si el modelo es un recurso de AWS, algunos detalles del entrenamiento se rellenan 
automáticamente. Imprima el ARN del trabajo de entrenamiento, el URI del contenedor de 
entrenamiento y las métricas de entrenamiento con los siguientes comandos:

print(training_details.training_job_details.training_arn)
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print(training_details.training_job_details.training_environment.container_image)  
print([{"name": i.name, "value": i.value} for i in 
 training_details.training_job_details.training_metrics]) 

Definir los detalles de la evaluación

Para definir los detalles de la evaluación del modelo, primero debe definir uno o más grupos de 
métricas para describir las métricas utilizadas en cualquier trabajo de evaluación.

my_metric_group = MetricGroup(
name="binary classification metrics",
metric_data=[Metric(name="accuracy", type=MetricTypeEnum.NUMBER, value=0.5)]
)

A continuación, puede definir los detalles de la evaluación mediante métricas de evaluación y 
conjuntos de datos para cada trabajo de evaluación. Agregue aquí cualquier observación de 
evaluación y asigne un nombre único a su trabajo de evaluación.

evaluation_details = [ 
    EvaluationJob( 
        name="Example-evaluation-job", 
        evaluation_observation="Evaluation-observations", 
        datasets=["s3://path/to/evaluation/data"], 
        metric_groups=[my_metric_group], 
    )
]

Si ya tiene informes de evaluación generados por SageMakerClarify o SageMaker Model Monitor, 
cárguelos en Amazon S3 y proporcione un URI de S3 para analizar automáticamente las métricas de 
evaluación. Para agregar su propio informe de evaluación genérico de tarjeta de modelo, proporcione 
un informe en formato JSON de los resultados de la evaluación.

report_type = "clarify_bias.json"
example_evaluation_job.add_metric_group_from_json( 
    f"example_metrics/{report_type}", EvaluationMetricTypeEnum.CLARIFY_BIAS
) 

Paso 3: Definir los usos previstos

Defina los usos previstos del modelo, incluidos el propósito general del modelo y los casos de uso 
para los que fue diseñado. También se recomienda incluir cualquier factor que pueda afectar a 
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la eficacia de este modelo en un caso de uso concreto y la clasificación de riesgo del modelo por 
parte de su organización. Para obtener más información, consulte Usos previstos de un modelo y
Clasificaciones de riesgo.

intended_uses = IntendedUses(
purpose_of_model="Purpose-of-the-model",
intended_uses="The-intended-uses-of-this-model",
factors_affecting_model_efficiency="Any-factors-effecting-model-efficacy",
risk_rating=RiskRatingEnum.LOW,
explanations_for_risk_rating="Explanation-for-low-risk-rating",
)

Definir información adicional

Por último, puede agregar información personalizada adicional a la tarjeta de modelo. Puede 
documentar cualquier consideración ética, advertencia y recomendación sobre el modelo. También 
puede agregar cualquier detalle personalizado que desee en forma de pares clave-valor.

additional_information = AdditionalInformation(
ethical_considerations="Any-ethical-considerations",
caveats_and_recommendations="Any-caveats-and-recommendations",
custom_details={"custom details1": "details-value"},
)

Paso 4: Crear la tarjeta de modelo

Asigne un nombre a su tarjeta modelo, defina una tarjeta modelo y, a continuación, utilice esa 
definición para crear una tarjeta modelo mediante el SDK de SageMaker Python.

model_card_name = "my-model-card"
my_card = ModelCard( 
    name=model_card_name, 
    status=ModelCardStatusEnum.DRAFT, 
    model_overview=model_overview, 
    training_details=training_details, 
    intended_uses=intended_uses, 
    evaluation_details=evaluation_details, 
    additional_information=additional_information, 
    sagemaker_session=sagemaker_session,
)
my_card.create()
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Cree una tarjeta de modelo para su modelo en el Registro de SageMaker modelos

Antes de empezar a crear una tarjeta de modelo, asegúrese de haber creado un grupo de paquetes 
de modelos y un paquete de modelos. Para obtener más información sobre el uso del registro de 
modelos, consulte Registro e implementación de modelos con el registro de modelos.

Important

Debe tener permisos para utilizar las operaciones del Registro de SageMaker 
modelos. Se recomienda utilizar la política administrada por AWS,
AmazonSageMakerModelRegistryFullAccess. Para obtener más información sobre la 
política administrada, consulte Políticas administradas por AWS para el registro de modelos.

Utilice el SDK de SageMaker Python para crear una tarjeta de modelo para un paquete de modelos 
dentro del Registro de SageMaker modelos. Un paquete de modelos es un modelo que ha 
entrenado. Al crear una tarjeta modelo, Amazon SageMaker Model Cards importa automáticamente 
los datos del paquete modelo a la tarjeta modelo.

Al crear una tarjeta modelo para un paquete modelo, Amazon SageMaker Model Card utiliza la
DescribeModelPackageoperación para añadir los datos del paquete modelo a la tarjeta modelo. Los 
siguientes son ejemplos de los campos que se pueden importar de un paquete de modelos a una 
tarjeta de modelo:

• ModelDataUrl

• ModelPackageDescription

• ModelPackageGroupName

• ModelPackageStatus

• ModelPackageVersion

Utilice el siguiente código para definir el paquete de modelos y crear una tarjeta de modelo a partir de 
él:

mp_details = ModelPackage.from_model_package_arn( 
    model_package_arn="example_model_package_arn", 
    sagemaker_session=sagemaker_session,
)

Para crear una tarjeta de modelo 5846

https://docs.aws.amazon.com/APIReference/API_DescribeModelPackage.html#API_DescribeModelPackage_ResponseSyntax
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ModelPackageContainerDefinition.html#sagemaker-Type-ModelPackageContainerDefinition-ModelDataUrl
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackage.html#sagemaker-DescribeModelPackage-response-ModelPackageDescription
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackage.html#sagemaker-DescribeModelPackage-response-ModelPackageGroupName
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackage.html#sagemaker-DescribeModelPackage-response-ModelPackageStatus
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackage.html#sagemaker-DescribeModelPackage-response-ModelPackageVersion


Amazon SageMaker Guía para desarrolladores

model_card_name = "example-model-card"
my_card = ModelCard( 
    name=model_card_name, 
    status=ModelCardStatusEnum.status, 
    model_package_details=mp_details, 
    sagemaker_session=sagemaker_session,
)
my_card.create() 
             

Para status, especificará el estado de aprobación de la tarjeta de modelo. Si no especificas ningún 
estado, SageMaker Model Cards utilizará el valor predeterminado deDRAFT. Si no especifica una 
SageMaker sesión, SageMaker Model Cards utilizará la SageMaker sesión predeterminada.

Debe especificar un nombre para el modelo y el nombre de recurso de Amazon (ARN) del paquete 
de modelos. Para obtener información acerca de cómo obtener el nombre de recurso de Amazon 
(ARN) para el paquete de modelos, consulte Ver los detalles de una versión del modelo (Boto3).

La tarjeta de modelo que ha creado a partir del paquete de modelos puede que no contenga 
información o que la información sea inexacta. Puede agregar información a la tarjeta del modelo 
o editarla. Para obtener más información sobre la administración de tarjetas de modelos, consulte
Administración de las tarjetas de modelos.

SageMaker Model Registry admite el control de versiones de sus paquetes de modelos. Puede 
versionar su paquete de modelos y crear una tarjeta de modelo para cada versión. La información de 
las tarjetas de modelos de las versiones anteriores se transfiere a las tarjetas de modelos creadas 
a partir de versiones posteriores. Por ejemplo, puede tener la versión 1, la versión 2 y la versión 3 
de un paquete de modelos. Suponga que ya ha creado una tarjeta de modelo para la versión 1, 
pero no ha creado ninguna para la versión 2. Si creas una tarjeta modelo para la versión 3, Amazon 
SageMaker Model Cards transfiere automáticamente la información de la tarjeta modelo de la versión 
1 a la tarjeta modelo de la versión 3.

Note

También puede crear tarjetas de modelo para paquetes de modelos que no utilizan el control 
de versiones. Sin embargo, la mayoría de los flujos de trabajo de machine learning incluyen 
varias versiones del mismo modelo, por lo que se recomienda hacer lo siguiente:

1. Crear una versión para cada paquete de modelos
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2. Crear una tarjeta de modelo para cada versión del paquete de modelos

Administración de las tarjetas de modelos

Una vez creada la tarjeta de modelo, podrá administrarla. En la administración de tarjetas de 
modelos se incluyen las siguientes acciones:

• Edición de una tarjeta de modelo

• Eliminación de una tarjeta de modelo

• Exportación de una tarjeta de modelo a un PDF

Puedes gestionarlo mediante la SageMaker consola de Amazon o el SDK de SageMaker Python.

Administración de tarjetas de modelo mediante la consola

Utiliza la información de las siguientes secciones para gestionar tus modelos de tarjetas con la 
SageMaker consola de Amazon.

Edición de una tarjeta de modelo

Para editar un modelo de tarjeta, navega hasta el modelo de tarjeta de tu elección seleccionando su 
nombre en la consola de Amazon SageMaker Model Card y selecciona Editar.

Después de guardar una tarjeta de modelo, no se puede editar el nombre de esa tarjeta de modelo. 
Después de guardar una versión de la tarjeta de modelo, no puede actualizar esa versión de la 
tarjeta de modelo. Todas las modificaciones que necesite realizar se guardan como una versión 
posterior para tener un registro inmutable de los cambios del modelo.

Para ver diferentes versiones de la tarjeta de modelo, elija Acciones, Seleccionar versión y, a 
continuación, elija la versión que desee ver.

Exportación de una tarjeta de modelo

Siga estos pasos para exportar una tarjeta de modelo.

1. Ve a la consola Amazon SageMaker Model Card.

2. Elija el nombre de la tarjeta de modelo que desea exportar.
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3. En la descripción general de la tarjeta de modelo, elija Acciones y, a continuación, Exportar PDF.

4. Introduzca un URI de S3 o busque los buckets de S3 disponibles para el PDF de su tarjeta de 
modelo.

5. Si su tarjeta de modelo se exporta correctamente, puede elegir Descargar PDF en el banner 
resultante o descargar el PDF directamente desde Amazon S3.

Eliminación de una tarjeta de modelo

Siga estos pasos para eliminar permanentemente una tarjetas de modelo o más.

1. Ve a la consola de Amazon SageMaker Model Cards.

2. Elija la casilla situada a la izquierda del nombre de la tarjeta o tarjetas que desee eliminar.

3. Elija Eliminar en la esquina superior derecha.

4. Confirme su solicitud para eliminar permanentemente una o más tarjetas.

También puede eliminar una tarjeta de modelo al ver la descripción general de la tarjeta de modelo 
en la consola; para ello, seleccione Acciones y, a continuación, Eliminar tarjeta de modelo.

Gestione las tarjetas modelo mediante el SDK de SageMaker Python

Utilice la información de las siguientes secciones para gestionar sus tarjetas de modelo con el SDK 
de Amazon SageMaker Python.

Usa tarjetas modelo a través del SDK de SageMaker Python

Puede crear una tarjeta SageMaker modelo de Amazon mediante programación a través del SDK de 
SageMaker Python. Para obtener más información, consulta Amazon SageMaker Model Cards en la 
referencia de la API del SDK de SageMaker Python.

Edición de una tarjeta de modelo

Puede editar una tarjeta de modelo mediante el método model_card.update(). Al actualizar una 
tarjeta de modelo, se crea una nueva versión de la tarjeta de modelo para tener un registro inmutable 
de los cambios del modelo. No puede actualizar el nombre de una tarjeta de modelo.

my_card.model_overview.model_description = "updated-model-decription"
my_card.update()
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Exportación de una tarjeta de modelo

Especifique una ruta de salida de S3 y exporte a ella el PDF de la tarjeta de modelo con los 
siguientes comandos:

s3_output_path = f"s3://{bucket}/{prefix}/export"
pdf_s3_url = my_card.export_pdf(s3_output_path=s3_output_path).delete()

Eliminación de una tarjeta de modelo

Elimine permanentemente una tarjeta de modelo con el siguiente comando:

my_card.delete()

Cuadernos de ejemplo

Para obtener más información sobre cómo trabajar con modelos de tarjetas mediante el SDK de 
SageMaker Python, consulte el cuaderno de ejemplo Amazon SageMaker Model Governance: Model 
Card.

Soporte multicuenta para Amazon SageMaker Model Cards

Utiliza el soporte multicuenta de Amazon SageMaker Model Cards para compartir modelos de 
tarjetas entre AWS cuentas. La cuenta en la que se crean las tarjetas de modelos es la cuenta de la 
tarjeta de modelo. Los usuarios de la cuenta de la tarjeta de modelo las comparten con las cuentas 
compartidas. Los usuarios de una cuenta compartida pueden actualizar las tarjetas de modelos o 
crear archivos PDF de ellas.

Los usuarios de la cuenta de la tarjeta de modelo comparten sus tarjetas de modelos mediante AWS 
Resource Access Manager (AWS RAM). AWS RAM le ayuda a compartir recursos entre cuentas de 
AWS. Para ver una introducción a AWS RAM, consulte What is AWS Resource Access Manager?

El siguiente es el proceso para compartir tarjetas de modelos:

1. Un usuario de la cuenta de la tarjeta de modelo configura la tarjeta de modelo compartida entre 
cuentas mediante AWS Resource Access Manager.

2. Si las tarjetas de modelos están cifradas con claves de AWS KMS, el usuario que configura el uso 
compartido de modelos también debe proporcionar permisos de AWS KMS a los usuarios de la 
cuenta compartida.
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3. Un usuario de la cuenta compartida acepta la invitación al recurso compartido.

4. Un usuario de la cuenta compartida proporciona a los demás usuarios permisos para acceder a 
las tarjetas de modelos.

Si es usuario de la cuenta de la tarjeta de modelo, consulte las siguientes secciones:

• Configuración del uso compartido de tarjetas de modelos entre cuentas

• Configuración de los permisos de AWS KMS para la cuenta compartida

• Obtención de respuestas a la invitación para compartir recursos

Si es usuario de la cuenta compartida, consulte Configuración de los permisos de usuario de IAM en 
la cuenta compartida sobre cómo configurar sus permisos y los de los demás usuarios de la cuenta.

Configuración del uso compartido de tarjetas de modelos entre cuentas

Utilice AWS Resource Access Manager (AWS RAM) para conceder a los usuarios de su cuenta de 
AWS acceso para ver o actualizar las tarjetas de modelos creadas en una cuenta de AWS diferente.

Para configurar el uso compartido de tarjetas de modelos, debe crear un recurso compartido. Un 
recurso compartido especifica:

• Los recursos que se comparten

• Quién o qué tiene acceso a los recursos

• Permisos administrados para los recursos

Para obtener más información sobre los recursos compartidos, consulte Terms and concepts for 
AWS RAM. Se recomienda dedicar un tiempo a comprender AWS RAM conceptualmente antes de 
iniciar el proceso de creación de un recurso compartido.

Important

Debe disponer de los permisos adecuados para crear un recurso compartido. Para obtener 
más información sobre los permisos, consulte How AWS RAM works with IAM.

Para conocer los procedimientos para crear un recurso compartido y obtener información adicional 
sobre ellos, consulte Create a resource share.
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Al realizar el procedimiento de creación de un recurso compartido, debe especificar
sagemaker:ModelCard como tipo de recurso. También debe especificar el número de recurso 
de Amazon (ARN) de la política basada en recursos de AWS RAM. Puede especificar la política 
predeterminada o la política que tiene permisos adicionales para crear un PDF de la tarjeta de 
modelo.

Con la política predeterminada basada en recursos AWSRAMPermissionSageMakerModelCards, 
los usuarios de la cuenta compartida tienen permisos para realizar las siguientes operaciones:

• DescribeModelCard

• ListModelCardVersions

• UpdateModelCard

Con la política basada en recursos AWSRAMPermissionSageMakerModelCardsAllowExport, 
los usuarios de la cuenta compartida tienen permisos para realizar todas las acciones anteriores. 
También tienen permisos para crear un trabajo de exportación de tarjetas de modelos y describirlo 
mediante las siguientes operaciones:

• CreateModelCardExportJob

• DescribeModelCardExportJob

Los usuarios de la cuenta compartida pueden crear un trabajo de exportación para generar un PDF 
de una tarjeta de modelo. También pueden describir un trabajo de exportación que se ha creado 
para buscar la URI de Amazon S3 del PDF.

Las tarjetas de modelos y los trabajos de exportación son recursos. La cuenta de la tarjeta de modelo 
es propietaria de los trabajos de exportación creados por un usuario en la cuenta compartida. Por 
ejemplo, un usuario de la cuenta A comparte la tarjeta de modelo X con la cuenta compartida B. Un 
usuario de la cuenta B crea el trabajo de exportación Y para la tarjeta de modelo X que almacena 
el resultado en una ubicación de Amazon S3 que especifique el usuario de la cuenta B. Aunque la 
cuenta B creó el trabajo de exportación Y, pertenece a la cuenta A.

Cada cuenta de AWS tiene cuotas de recursos. Para obtener información sobre las cuotas 
relacionadas con los modelos de tarjetas, consulta los  SageMaker puntos de destino y las cuotas de 
Amazon.
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Configuración de los permisos de AWS KMS para la cuenta compartida

Si las tarjetas de modelos que comparte se han cifrado con claves de AWS Key Management 
Service, también tendrá que compartir el acceso a las claves con la cuenta compartida. De lo 
contrario, los usuarios de la cuenta compartida no podrán ver, actualizar ni exportar las tarjetas 
de modelos. Para obtener información general sobre AWS KMS, consulte AWS Key Management 
Service.

Para conceder permisos de AWS KMS a los usuarios de la cuenta compartida, actualice su política 
de claves con la siguiente instrucción:

{ 
    "Effect": "Allow", 
    "Principal": { 
        "AWS": [ 
            "arn:aws:iam::shared-account-id::role/example-IAM-role" 
        ] 
    }, 
    "Action": [ 
        "kms:GenerateDataKey", 
        "kms:Decrypt", 
    ] 
    "Resource": "arn:aws:kms:AWS-Region-of-model-card-account:model-card-account-
id:key/AWS KMS-key-id" 
    "Condition": { 
        "Bool": {"kms:GrantIsForAWSResource": true }, 
        "StringEquals": { 
            "kms:ViaService": [ 
                "sagemaker.AWS-Region.amazonaws.com",  
                "s3.AWS-Region.amazonaws.com" 
            ], 
        }, 
        "StringLike": { 
          "kms:EncryptionContext:aws:sagemaker:model-card-arn": "arn:aws:sagemaker:AWS-
Region:model-card-account-id:model-card/model-card-name" 
        } 
    }     
}                 
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La instrucción anterior proporciona permisos kms:Decrypt y kms:GenerateDataKeya los 
usuarios de la cuenta compartida. Con kms:Decrypt, los usuarios pueden descifrar las tarjetas 
de modelos. Con kms:GenerateDataKey, los usuarios pueden cifrar las tarjetas de modelos que 
actualizan o los archivos PDF que crean.

Obtención de respuestas a la invitación para compartir recursos

Una vez que haya creado un recurso compartido, las cuentas compartidas que haya especificado 
en el recurso compartido recibirán una invitación para unirse a él. Deben aceptar la invitación para 
acceder a los recursos.

Para obtener información sobre cómo aceptar una invitación para compartir recursos, consulte Using 
shared AWS resources en la Guía del usuario de AWS Resource Access Manager.

Configuración de los permisos de usuario de IAM en la cuenta compartida

La siguiente información supone que has aceptado la invitación a compartir recursos de la cuenta 
de tarjeta de modelo. Para obtener más información sobre la aceptación de una invitación a usar un 
recurso compartido, consulte Using shared AWS resources .

Usted y los demás usuarios de la cuenta utilizan un rol de IAM para acceder a las tarjetas de 
modelos compartidas desde la cuenta de la tarjeta de modelo. Utilice la siguiente plantilla para 
cambiar la política del rol de IAM. Puede modificar la plantilla para su propio caso de uso.

{ 
     "Version": "2012-10-17", 
     "Statement": [ 
        { 
             "Effect": "Allow", 
             "Action": [ 
                 "sagemaker:DescribeModelCard", 
                 "sagemaker:UpdateModelCard", 
                 "sagemaker:CreateModelCardExportJob", 
                 "sagemaker:ListModelCardVersions", 
                 "sagemaker:DescribeModelCardExportJob" 
             ], 
             "Resource": [ 
                 "arn:aws:sagemaker:AWS-Region:AWS-model-card-account-id:model-
card/example-model-card-name-0", 
                 "arn:aws:sagemaker:AWS-Region:AWS-model-card-account-id:model-
card/example-model-card-name-1/*" 
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             ] 
        }, 
        {  
             "Effect": "Allow",  
             "Action": "s3:PutObject", 
             "Resource": "arn:aws:s3:::Amazon-S3-bucket-storing-the-pdf-of-the-model-
card/model-card-name/*" 
        } 
    ]
}               
             

Para acceder a las tarjetas de modelos cifradas con AWS KMS, debe proporcionar a los usuarios de 
su cuenta los siguientes permisos de AWS KMS.

{ 
     "Effect": "Allow", 
     "Action": [ 
         "kms:GenerateDataKey", 
         "kms:Decrypt", 
     ], 
     "Resource": "arn:aws:kms:AWS-Region:AWS-account-id-where-the-model-card-is-
created:key/AWS Key Management Service-key-id"
}                
             

Uso de tarjetas de modelos a través de las API de bajo nivel

Puedes crear una tarjeta SageMaker modelo de Amazon directamente a través de la SageMaker API 
o la interfaz de línea de AWS comandos (AWS CLI).

Note

Al crear una tarjeta de modelo con las API, el contenido del modelo debe estar en el 
esquema JSON de la tarjeta de modelo y debe proporcionarse en forma de cadena. Para 
obtener más información, consulte Esquema JSON de la tarjeta de modelo.
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SageMaker API

Usa los siguientes comandos SageMaker de API para trabajar con Amazon SageMaker Model 
Cards:

• CreateModelCard

• DescribeModelCard

• ListModelCards

• ListModelCardVersions

• UpdateModelCard

• CreateModelCardExportJob

• DescribeModelCardExportJob

• ListModelCardExportJobs

• DeleteModelCard

AWS CLI

Utilice los siguientes comandos AWS CLI para trabajar con Amazon SageMaker Model Cards:

• create-model-card

• describe-model-card

• list-model-cards

• list-model-card-versions

• update-model-card

• create-model-card-export-trabajo

• describe-model-card-export-trabajo

• list-model-card-export-trabajos

• delete-model-card

Preguntas frecuentes sobre las tarjetas de modelos

Consulta las siguientes preguntas frecuentes para obtener respuestas a las preguntas más 
frecuentes sobre Amazon SageMaker Model Card.
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P: ¿Qué es el riesgo del modelo?

R: Puede utilizar los modelos para una variedad de aplicaciones empresariales, desde la predicción 
de ciberataques y la aprobación de solicitudes de préstamos hasta la detección de la categoría de 
un correo electrónico. Cada una de estas aplicaciones conlleva un nivel de riesgo diferente. Por 
ejemplo, la detección incorrecta de un ciberataque tiene un impacto empresarial mucho mayor 
que la categorización incorrecta de un correo electrónico. Dados los diversos perfiles de riesgo de 
un modelo, puede usar tarjetas de modelos para proporcionar una clasificación de riesgo de low,
medium o high de un modelo. Si no conoce el riesgo de su modelo, puede configurar el estado 
en unknown. Los clientes son responsables de asignar el perfil de riesgo a cada modelo. Según la 
clasificación de riesgo, las organizaciones pueden tener diferentes reglas para implementar esos 
modelos en producción. Para obtener más información, consulte Clasificaciones de riesgo.

P: ¿Qué es el uso previsto de un modelo?

El uso previsto de un modelo describe cómo debe utilizarse el modelo en sus aplicaciones de 
producción. Esto va más allá de los requisitos técnicos, como el tipo de instancia en la que se debe 
implementar un modelo, y se refiere más bien a los tipos de aplicaciones que se van a crear con el 
modelo, los escenarios en los que se puede esperar un rendimiento razonable del modelo o el tipo 
de datos que se van a utilizar con el modelo. Se recomienda incluir esta información en la tarjeta de 
modelo para una mejor gobernanza del modelo. Puede definir un tipo de especificación de modelo 
en el campo de uso previsto y asegurarse de que los desarrolladores y consumidores de modelos 
sigan esta especificación al entrenar e implementar sus modelos. Para obtener más información, 
consulte Usos previstos de un modelo.

P: ¿Se SageMaker rellena automáticamente la información de mi tarjeta de modelo?

Cuando utilizas el SDK de SageMaker Python o la AWS consola para crear tu tarjeta de modelo, 
SageMaker rellena automáticamente los detalles sobre tu modelo SageMaker entrenado en la tarjeta. 
Esto incluye detalles sobre cómo se entrenó el modelo junto con todos los detalles del modelo 
devueltos por la llamada a la API describe-model.

P: ¿Puedo personalizar una tarjeta de modelo?

Las tarjetas SageMaker modelo de Amazon tienen una estructura definida que no se puede 
modificar. Esta estructura le proporciona orientación sobre la información que debe capturarse 
en una tarjeta de modelo. Si bien no se puede cambiar la estructura de la tarjeta de modelo, se 
introduce cierta flexibilidad mediante las propiedades personalizadas en la sección Información 
adicional de la tarjeta de modelo.
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P: ¿Puedo editar una tarjeta de modelo una vez creada?

Las tarjetas de modelos tienen versiones asociadas. Una versión de modelo determinada es 
inmutable en todos los atributos, excepto en el estado de la tarjeta de modelo. Si realizas cualquier 
otro cambio en la tarjeta modelo, como las métricas de evaluación, la descripción o los usos 
previstos, SageMaker crea una nueva versión de la tarjeta modelo para reflejar la información 
actualizada. Esto es para garantizar que una tarjeta de modelo, una vez creada, no pueda 
manipularse.

P: ¿Puedo crear tarjetas modelo para modelos con las que no se entrenó SageMaker?

R: Sí. Puede crear tarjetas modelo para modelos con las que no esté entrenado SageMaker, pero 
la tarjeta no rellena automáticamente ninguna información. Debe proporcionar toda la información 
necesaria en la tarjeta de modelo para los que no son SageMaker modelos.

P: ¿Puedo exportar o compartir las tarjetas de modelos?

R: Sí. Puede exportar cada versión de una tarjeta de modelo a un PDF, descargarla y compartirla.

P: ¿Tengo que registrar mi modelo en el registro de modelos para poder utilizar las tarjetas de 
modelos?

R: No. Puede utilizar las tarjetas de modelos de forma independiente del registro de modelos.

P. ¿Cuál es la diferencia entre las tarjetas de modelos y el registro de modelos?

R: Las tarjetas modelo tienen por objeto proporcionar a las organizaciones un mecanismo para 
documentar todos los detalles que deseen sobre su modelo, siguiendo las SageMaker directrices 
prescriptivas y proporcionando su propia información personalizada. Puede introducir las tarjetas 
de modelos al principio del proceso de ML y utilizarlas para definir el problema empresarial que 
debe resolver el modelo y cualquier consideración que deba tenerse en cuenta al utilizarlo. Una vez 
entrenado un modelo, puede rellenar la tarjeta de modelo asociada a ese modelo con información 
sobre el modelo y sobre cómo se entrenó. Las tarjetas de modelos están asociadas a los modelos y 
son inmutables una vez asociadas a un modelo. Esto garantiza que la tarjeta de modelo sea la única 
fuente veraz de toda la información relacionada con un modelo, incluida la forma en que se entrenó y 
cómo debe usarse.

El registro de modelos es un catálogo que almacena metadatos sobre sus modelos. Cada entrada 
del registro de modelos corresponde a una versión de modelo única. Esa versión del modelo 
contiene información sobre el modelo, como dónde se almacenan los artefactos del modelo en 
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Amazon S3, qué contenedor se necesita para implementar el modelo y metadatos personalizados 
que deben asociarse al modelo.

P: ¿Las versiones de las tarjetas de modelos están relacionadas con las versiones del modelo del 
registro de modelos?

R: Las versiones de las tarjetas modelo y las versiones de los modelos son entidades diferentes. 
SageMaker Cada actualización de una tarjeta de modelo da como resultado una nueva versión de 
esa tarjeta. Las versiones del modelo corresponden a modelos entrenados de forma incremental 
que están registrados en el registro de modelos. Una versión de la tarjeta de modelo puede estar 
vinculada a una versión del modelo específica en el registro de modelos mediante el campo de 
identificación del modelo de la tarjeta de modelo, pero no es necesario.

P: ¿Las tarjetas de modelo están integradas en SageMaker Model Monitor?

R: No. Puede cargar las métricas de rendimiento calculadas por SageMaker Model Monitor en la 
tarjeta de modelo cargando un archivo de métricas en Amazon S3 y vinculándolo a la tarjeta, pero 
no hay una integración nativa entre Model Monitor y las tarjetas de modelo. Los paneles de modelos 
están integrados con el monitor de modelos. Para obtener más información sobre los paneles de 
modelos, consulte Amazon SageMaker Model Dashboard.

Panel de SageMaker modelos de Amazon

Amazon SageMaker Model Dashboard es un portal centralizado, al que se puede acceder desde 
la SageMaker consola, donde puede ver, buscar y explorar todos los modelos de su cuenta. Puede 
realizar un seguimiento de los modelos que se implementan para realizar inferencias y si se utilizan 
en trabajos de transformación por lotes o si se alojan en puntos de conexión. Si configura los 
monitores con Amazon SageMaker Model Monitor, también podrá realizar un seguimiento del 
rendimiento de sus modelos a medida que realizan predicciones en tiempo real a partir de datos 
en tiempo real. Puede utilizar el panel para buscar modelos que infrinjan los umbrales que haya 
establecido en cuanto a la calidad de los datos, la calidad del modelo, el sesgo y la explicabilidad. 
La presentación completa del panel de todos los resultados del monitor le ayuda a identificar 
rápidamente los modelos que no tienen configuradas estas métricas.

El panel de control del modelo agrega información relacionada con el modelo a partir de varias 
funciones. SageMaker Además de los servicios proporcionados en el monitor de modelos, puede 
ver las tarjetas de modelos, visualizar el linaje del flujo de trabajo y realizar un seguimiento del 
rendimiento de sus puntos de conexión. Ya no tiene que buscar en registros, realizar consultas 
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en cuadernos ni acceder a otros servicios de AWS para recopilar los datos que necesita. Con 
una experiencia de usuario coherente y una integración en los servicios existentes, el SageMaker 
Model Dashboard proporciona una solución de gobierno de out-of-the-box modelos que le ayuda a 
garantizar una cobertura de calidad en todos sus modelos.

Requisitos previos 

Para utilizar el panel de modelos, debe tener uno o más modelos en su cuenta. Puedes entrenar 
modelos con Amazon SageMaker o importar modelos que hayas entrenado en otro lugar. Para 
crear un modelo SageMaker, puedes usar la CreateModel API. Para obtener más información, 
consulte CreateModel. También puede usar los entornos SageMaker de aprendizaje automático 
proporcionados, como Amazon SageMaker Studio Classic, que proporciona plantillas de proyectos 
que configuran el entrenamiento y la implementación de modelos para usted. Para obtener 
información sobre cómo empezar a usar Studio Classic, consulte Amazon SageMaker Studio Classic.

Si bien este no es un requisito previo obligatorio, los clientes obtienen el máximo provecho del panel 
si configuran los trabajos de monitoreo de modelos con SageMaker Model Monitor para los modelos 
implementados en los puntos finales. Para ver los requisitos previos y las instrucciones sobre cómo 
utilizar SageMaker Model Monitor, consulte. Supervisión de la calidad de los datos y los modelos

Elementos del panel de modelos

La vista del panel de modelos extrae detalles de alto nivel de cada modelo para ofrecer un resumen 
completo de cada uno de los modelos de su cuenta. Si su modelo se implementa para realizar 
inferencias, el panel le ayuda a realizar un seguimiento del rendimiento del modelo y del punto de 
conexión en tiempo real.

Entre los detalles importantes que cabe destacar en esta página se incluyen los siguientes:

• Clasificación de riesgo: parámetro especificado por el usuario de la tarjeta de modelo con un valor
bajo, medio o alto. La clasificación del riesgo de la tarjeta de modelo es una medida categórica del 
impacto empresarial de las predicciones del modelo. Los modelos se utilizan para una variedad 
de aplicaciones empresariales, cada una de las cuales conlleva un nivel de riesgo diferente. Por 
ejemplo, la detección incorrecta de un ciberataque tiene un impacto empresarial mucho mayor que 
la categorización incorrecta de un correo electrónico. Si no conoce el riesgo del modelo, puede 
configurarlo como desconocido. Para obtener información sobre las tarjetas SageMaker modelo de 
Amazon, consulte Tarjetas modelo.

• Alertas de Model Monitor: Las alertas de Model Monitor son un aspecto principal del panel de 
control del modelo, y revisar la documentación existente sobre los distintos monitores que se 
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proporcionan SageMaker es una forma útil de empezar. Para obtener una explicación detallada de 
la función SageMaker Model Monitor y ejemplos de cuadernos, consulteSupervisión de la calidad 
de los datos y los modelos.

El panel de modelos muestra los valores de estado del monitor del modelo según los siguientes 
tipos de monitor:

• Calidad de los datos: compara los datos en tiempo real con los datos de entrenamiento. 
Si divergen, es posible que las inferencias del modelo ya no sean precisas. Para obtener 
información adicional sobre el monitor de calidad de los datos, consulte Supervisión de la calidad 
de los datos.

• Calidad del modelo: compara las predicciones que hace el modelo con las etiquetas Ground 
Truth reales que el modelo intenta predecir. Para obtener información adicional sobre el monitor 
de calidad del modelo, consulte Supervisión de la calidad del modelo.

• Desviación de sesgo: compara la distribución de los datos en tiempo real con los datos de 
entrenamiento, lo que también puede provocar predicciones inexactas. Para obtener información 
adicional sobre el monitor de desviación de sesgo, consulte Supervisión de la desviación de 
sesgo de los modelos en producción.

• Desviación de la atribución de características: también conocida como desviación de 
explicabilidad. Compara las clasificaciones relativas de sus características en los datos de 
entrenamiento con los datos en tiempo real, lo que también podría deberse a una desviación 
de sesgo. Para obtener información adicional sobre el monitor de desviación de la atribución de 
características, consulte Supervisión de la desviación en la atribución de características de los 
modelos en producción.

El estado de cada monitor del modelo es uno de los siguientes valores:

• Ninguno: no hay ningún monitor programado

• Inactivo: se programó un monitor, pero se desactivó

• Correcto: un monitor está programado y activo, y no ha detectado el número necesario de 
infracciones en las últimas ejecuciones de un monitor de modelo como para generar una alerta

• Hora y fecha: un monitor activo emitió una alerta a la hora y fecha especificadas

• Punto de conexión: los puntos de conexión que alojan el modelo para su inferencia en tiempo 
real. En el panel de modelos, puede seleccionar la columna de puntos de conexión para ver las 
métricas de rendimiento, como el uso de la CPU, la GPU, el disco y la memoria de sus puntos 
de conexión en tiempo real, lo que le ayudará a realizar un seguimiento del rendimiento de sus 
instancias de computación.
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• Trabajo de transformación por lotes: el trabajo de transformación por lotes más reciente que se 
ejecutó con este modelo. Esta columna le ayuda a determinar si un modelo se utiliza activamente 
para la inferencia por lotes.

• Detalles del modelo: cada entrada del panel enlaza con una página de detalles del modelo, donde 
puede profundizar en un modelo individual. Puede acceder al gráfico de linaje del modelo, que 
visualiza el flujo de trabajo desde la preparación de los datos hasta la implementación, y a los 
metadatos de cada paso. También puede crear y ver la tarjeta de modelo, revisar los detalles y el 
historial de las alertas, evaluar el rendimiento de sus puntos de conexión en tiempo real y acceder 
a otros detalles relacionados con la infraestructura.

Ver las programaciones y las alertas del monitor de modelos

Con el SDK de Python, puede crear un monitor de modelo para la calidad de los datos, la calidad 
del modelo, la desviación de sesgo o la desviación de la atribución de características. Para obtener 
más información sobre el uso de SageMaker Model Monitor, consulteSupervisión de la calidad de los 
datos y los modelos. El panel del modelo rellena la información de todos los monitores que cree en 
todos los modelos de su cuenta. Puede realizar un seguimiento del estado de cada monitor, lo que 
indica si su monitor funciona según lo esperado o si ha habido problemas debido a un error interno. 
También puede activar o desactivar cualquier monitor en la propia página de detalles del modelo. 
Para obtener instrucciones acerca de cómo ver los monitores programados de un modelo, consulte
Ver monitores programados. Para obtener instrucciones acerca de cómo activar o desactivar los 
monitores de modelos, consulte Activar o desactivar un monitor de modelos.

Un monitor de modelos configurado correctamente y que funcione de forma activa podría generar 
alertas, en cuyo caso las ejecuciones de supervisión generarían informes de infracciones. Para 
obtener más información sobre cómo funcionan las alertas y cómo ver los resultados de las alertas, 
el historial y los enlaces a los informes de trabajos para su depuración, consulte Ver y editar alertas.

Ver monitores programados

Para ver los monitores de modelos programados, complete los pasos siguientes:

1. Abra la consola de SageMaker .

2. Elija Gobernanza en el panel izquierdo.

3. Elija Panel de modelos.

4. En la sección Modelos del panel de modelos, seleccione el nombre de los monitores de modelos 
programados que desee ver.
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5. Vea los monitores programados en la sección Programación de monitor. Puede revisar el estado 
de cada monitor en la columna Programación de estado, que es uno de los siguientes valores:

• Error: la programación de supervisión produjo un error debido a un problema con la 
configuración o los ajustes (como permisos de usuario incorrectos).

• Pendiente: el monitor está en proceso de programarse.

• Detenido: el usuario detiene la programación.

• Programado: el programa se crea y se ejecuta con la frecuencia especificada.

Activar o desactivar un monitor de modelos

Para activar o desactivar un monitor de modelos, siga estos pasos:

1. Abra la consola de SageMaker .

2. Elija Gobernanza en el panel izquierdo.

3. Elija Panel de modelos.

4. En la sección Modelos del panel del modelo, seleccione el nombre del modelo de la alerta que 
desee modificar.

5. Seleccione la casilla de opción situada junto a la programación del monitor de la alerta que 
desee modificar.

6. De forma opcional, seleccione Desactivar la programación del monitor si desea desactivar la 
programación del monitor.

7. De forma opcional, seleccione Activar la programación del monitor si desea activar la 
programación del monitor.

Ver y editar alertas

El panel de control del modelo muestra las alertas que configuraste en Amazon CloudWatch. Puede 
modificar los criterios de la alerta en el propio panel. Los criterios de la alerta dependen de dos 
parámetros:

• Puntos de datos sobre los que emitir una alerta: durante el período de evaluación, cuántos errores 
de ejecución generan una alerta.

• Período de evaluación: el número de ejecuciones de supervisión más recientes que se deben 
tener en cuenta al evaluar el estado de la alerta.
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La siguiente imagen muestra un escenario de ejemplo de una serie de ejecuciones del monitor de 
modelos en el que se establece un Período de evaluación hipotético de 3 y un valor de alerta de
Puntos de datos sobre los que emitir una alerta de 2. Después de cada ejecución de supervisión, 
se cuenta el número de errores dentro del Período de evaluación de 3. Si el número de errores 
alcanza o supera los Puntos de datos sobre los que emitir una alerta de 2, el monitor emite una alerta 
y permanece en estado de alerta hasta que el número de errores durante el Período de evaluación
pase a ser inferior a 2 en las siguientes iteraciones. En la imagen, los intervalos de evaluación 
aparecen en rojo cuando el monitor emite una alerta o permanece en estado de alerta, y en verde en 
caso contrario.

Tenga en cuenta que, incluso si el tamaño del intervalo del Período de evaluación no ha alcanzado 
el valor de 3, como se muestra en las dos primeras filas de la imagen, el monitor sigue emitiendo una 
alerta si el número de errores alcanza o supera el valor de 2 de los Puntos de datos sobre los que 
emitir una alerta.

En la página de detalles del monitor, puede ver su historial de alertas, editar los criterios de alerta 
existentes y ver los informes de trabajos para ayudarle a depurar los errores de alerta. Para obtener 
instrucciones sobre cómo ver el historial de alertas o los informes de los trabajos de ejecuciones de 
supervisión con errores, consulte Ver el historial de alertas o los informes de trabajo. Para obtener 
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instrucciones acerca de cómo editar los criterios de las alertas, consulte Editar los criterios de las 
alertas.

Ver el historial de alertas o los informes de trabajo

Para ver el historial de alertas o los informes de trabajos de ejecuciones con errores, complete los 
pasos siguientes:

1. Abra la consola de SageMaker .

2. Elija Gobernanza en el panel izquierdo.

3. Elija Panel de modelos.

4. En la sección Modelos del panel de modelos, seleccione el nombre del modelo del historial de 
alertas que desee ver.

5. En la columna Nombre de la programación, seleccione el nombre del monitor del historial de 
alertas que desee ver.

6. Para ver el historial de alertas, seleccione la pestaña Historial de alertas.

7. De forma opcional, para ver los informes de trabajos de las ejecuciones de supervisión, 
complete los pasos siguientes:

1. En la pestaña Historial de alertas, seleccione Ver ejecuciones para la alerta que desee 
investigar.

2. En la tabla Historial de ejecuciones, seleccione Ver informe de la ejecución de supervisión 
que desee investigar.

El informe muestra la siguiente información:

• Característica: la característica de ML definida por el usuario supervisada

• Restricción: la comprobación específica dentro del monitor

• Detalles de infracciones: información sobre el motivo por el que se ha infringido la 
restricción

Editar los criterios de las alertas

Para editar una alerta en el panel de modelos, complete los pasos siguientes:

1. Abra la consola de SageMaker .

2. Elija Gobernanza en el panel izquierdo.
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3. Elija Panel de modelos.

4. En la sección Modelos del panel del modelo, seleccione el nombre del modelo de la alerta que 
desee modificar.

5. Seleccione la casilla de opción situada junto a la programación del monitor de la alerta que 
desee modificar.

6. Elija Editar alerta en la sección Programación de monitor.

7. De forma opcional, cambie Puntos de datos sobre los que emitir una alerta si desea cambiar el 
número de errores dentro del Período de evaluación que inicia una alerta.

8. De forma opcional. cambie el Período de evaluación si desea cambiar el número de ejecuciones 
de supervisión más recientes que se deben tener en cuenta al evaluar el estado de la alerta.

Ver un gráfico de linaje del modelo

Cuando entrenas un modelo, Amazon SageMaker crea una visualización de todo tu flujo de trabajo 
de aprendizaje automático, desde la preparación de los datos hasta la implementación. Esta 
visualización se denomina gráfico de linaje del modelo y utiliza entidades para representar los 
pasos individuales del flujo de trabajo. Por ejemplo, un gráfico de linaje de un modelo básico puede 
tener una entidad que represente su conjunto de entrenamiento, que esté asociada a una entidad 
que represente su trabajo de entrenamiento y que esté asociada a otra entidad que represente su 
modelo.

Además, el gráfico almacena información acerca de cada paso de su flujo de trabajo. Con esta 
información, puede recrear cualquier paso del flujo de trabajo o realizar un seguimiento del linaje 
del modelo y del conjunto de datos. Por ejemplo, SageMaker Lineage almacena el URI de S3 de las 
fuentes de datos de entrada en cada trabajo para que pueda realizar un análisis más detallado de las 
fuentes de datos a fin de verificar el cumplimiento.

Si bien el gráfico de linaje del modelo puede ayudarle a ver los pasos de los flujos de trabajo 
individuales, hay muchas otras capacidades que puede aprovechar con el AWS SDK. Por ejemplo, 
con el AWS SDK puede crear o consultar sus entidades. Para obtener más información sobre 
el conjunto completo de funciones de SageMaker Lineage y cuadernos de ejemplo, consulte.
Seguimiento del linaje de Amazon SageMaker ML

Introducción a las entidades

Amazon crea SageMaker automáticamente entidades de seguimiento para SageMaker trabajos, 
modelos, paquetes de modelos y puntos de conexión si los datos están disponibles. Para un flujo de 
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trabajo básico, supongamos que entrenas un modelo con un conjunto de datos. SageMaker genera 
automáticamente un gráfico de linaje con tres entidades:

• Dataset: tipo de artefacto, que es una entidad que representa un objeto o dato direccionable 
mediante un URI. Por lo general, un artefacto es una entrada o una salida de un componente o 
acción de prueba.

• TrainingJob: un tipo de componente de prueba, que es una entidad que representa los trabajos de 
procesamiento, formación y transformación.

• Model: otro tipo de artefacto. Al igual que el artefacto Dataset, un Model es un objeto direccionable 
mediante un URI. En este caso, es un resultado del componente de TrainingJobprueba.

El gráfico de linaje del modelo se amplía rápidamente si se agregan pasos adicionales al flujo de 
trabajo, como el preprocesamiento o postprocesamiento de datos, si se implementa el modelo en 
un punto de conexión o si se incluye el modelo en un paquete de modelos, entre muchas otras 
posibilidades. Para ver la lista completa de SageMaker entidades, consulteSeguimiento del linaje de 
Amazon SageMaker ML.

Propiedades de la entidad

Cada nodo del gráfico muestra el tipo de entidad, pero puede elegir los puntos suspensivos verticales 
situados a la derecha del tipo de entidad para ver detalles específicos relacionados con su flujo de 
trabajo. En nuestro gráfico básico de linaje anterior, puedes elegir los puntos suspensivos verticales 
situados junto DataSeta ellos para ver los valores específicos de las siguientes propiedades 
(comunes a todas las entidades de artefactos):

• Nombre: el nombre del conjunto de datos.

• URI de origen: la ubicación en Amazon S3 de su conjunto de datos.

Para la entidad TrainingJob, puede ver los valores específicos de las siguientes propiedades 
(comunes a todas las entidades TrialComponent):

• Nombre: el nombre del trabajo de entrenamiento.

• ARN del trabajo: el nombre de recurso de Amazon (ARN) de su trabajo de entrenamiento.

En el caso de la entidad modelo, verás las mismas propiedades que aparecen en la lista, DataSetya 
que ambas son entidades de artefactos. Para obtener una lista de las entidades y sus propiedades 
asociadas, consulte Entidades de seguimiento de linaje.
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Consultas de entidades

Amazon genera SageMaker automáticamente gráficos de entidades de linaje a medida que los 
utilizas. Sin embargo, si realiza muchas iteraciones de un experimento y no quiere ver todos los 
gráficos de linaje, el AWS SDK puede ayudarle a realizar consultas en todos sus flujos de trabajo. 
Por ejemplo, puede consultar las entidades de linaje para ver todos los trabajos de procesamiento 
que utilizan un punto de conexión. O bien, puede ver todos los registros posteriores que utilizan un 
artefacto. Para obtener una lista de todas las consultas que puede realizar, consulte Consulta de 
entidades de linaje.

Ver un gráfico de linaje del modelo

Para ver el gráfico de linaje de un modelo, complete los pasos siguientes:

1. Abra la consola de SageMaker .

2. Elija Gobernanza en el panel izquierdo.

3. Elija Panel de modelos.

4. En la sección Modelos del panel de modelos, seleccione el nombre del modelo del gráfico de 
linaje que desee ver.

5. Seleccione Ver el linaje en la sección Información general del modelo.

Ver el estado del punto de conexión

Si desea utilizar su modelo entrenado para realizar inferencias sobre datos en tiempo real, 
implemente su modelo en un punto de conexión en tiempo real. Para garantizar la latencia adecuada 
de sus predicciones, debe asegurarse de que las instancias que alojan su modelo se ejecuten de 
manera eficiente. La característica de supervisión de puntos de conexión del panel de modelos 
muestra información en tiempo real sobre la configuración de los puntos de conexión y le ayuda a 
realizar un seguimiento del rendimiento de los puntos de conexión mediante métricas.

Configuración del monitor

El panel de control del modelo enlaza con las páginas SageMaker de detalles de los puntos de 
conexión existentes, que muestran gráficos en tiempo real de las métricas que puedes seleccionar 
en Amazon CloudWatch. En su panel, puede realizar un seguimiento de estas métricas mientras su 
punto de conexión administra las solicitudes de inferencia en tiempo real. A continuación se indican 
algunas de las métricas que puede seleccionar:

Ver el estado del punto de conexión 5868

https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guía para desarrolladores

• CpuUtilization: la suma de la utilización de cada núcleo de CPU individual, con un intervalo 
entre el 0 % y el 100 %.

• MemoryUtilization: el porcentaje de memoria de GPU que utilizan los contenedores en una 
instancia, con un intervalo entre el 0 % y el 100 %.

• DiskUtilization: el porcentaje de espacio del disco que utilizan los contenedores en una 
instancia, con un intervalo entre el 0 % y el 100 %.

Para ver la lista completa de métricas que puede ver en tiempo real, consulte Supervisa Amazon 
SageMaker con Amazon CloudWatch.

Configuración del tiempo de ejecución

Amazon SageMaker admite el escalado automático (autoescalado) para sus modelos alojados. El 
escalado automático ajusta dinámicamente el número de instancias aprovisionadas para un modelo 
en respuesta a los cambios en su carga de trabajo. Cuando la carga de trabajo aumenta, el escalado 
automático proporciona más instancias en línea. Cuando la carga de trabajo desciende, el escalado 
automático quita las instancias innecesarias, a fin de que no pague por las instancias aprovisionadas 
que no utiliza. Puede personalizar los siguientes ajustes de tiempo de ejecución en el panel de 
modelos:

• Actualizar ponderaciones: cambie la cantidad de carga de trabajo asignada a cada instancia con 
una ponderación numérica. Para obtener más información sobre la ponderación de instancias 
durante el escalado automático, consulte Configure instance weighting for Amazon EC2 Auto 
Scaling.

• Actualizar recuento de instancias: cambie el número total de instancias que pueden atender su 
carga de trabajo a medida que aumente.

Para obtener más información sobre la configuración del tiempo de ejecución de los terminales, 
consulte CreateEndpointConfig.

Ajustes de configuración del punto de conexión

Los ajustes de configuración del punto de conexión muestran los ajustes que especificó al crear el 
punto de conexión. Esta configuración indica SageMaker qué recursos debe aprovisionar para su 
punto final. Algunos ajustes incluidos son los siguientes:

• Captura de datos: puede optar por capturar información sobre las entradas y salidas de su punto 
de conexión. Por ejemplo, es posible que desee muestrear el tráfico entrante para ver si los 
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resultados se correlacionan con los datos de entrenamiento. Puede personalizar la frecuencia 
de muestreo, el formato de los datos almacenados y la ubicación de los datos almacenados 
en Amazon S3. Para obtener más información acerca de la configuración de captura de datos, 
consulte Capturar datos.

• Variantes de producción: consulte el análisis anterior en Configuración del tiempo de ejecución.

• Configuración de invocación asíncrona: si su punto de conexión es asíncrono, en esta sección 
se incluye el número máximo de solicitudes simultáneas enviadas por el SageMaker cliente 
al contenedor modelo, la ubicación en Amazon S3 de sus notificaciones de éxito y error y la 
ubicación de salida de las salidas de su punto final. Para obtener más información acerca de 
las salidas asincrónicas, consulte Creación, invocación y actualización de un punto de conexión 
asíncrono.

• Clave de cifrado: puede introducir su clave de cifrado si quiere cifrar los resultados.

Para obtener más información sobre los ajustes de configuración de los puntos finales, consulte.
CreateEndpointConfig

Vea el estado y la configuración de un punto de conexión

Para ver el estado y la configuración del punto de conexión de un modelo, complete los pasos 
siguientes:

1. Abra la consola de SageMaker .

2. Elija Gobernanza en el panel izquierdo.

3. Elija Panel de modelos.

4. En la sección Modelos del panel de modelos, seleccione el nombre del modelo del punto de 
conexión que desee ver.

5. Seleccione el nombre del punto de conexión en la sección Puntos de conexión.

Preguntas frecuentes del panel de modelos

Consulta los siguientes temas de preguntas frecuentes para obtener respuestas a las preguntas más 
frecuentes sobre Amazon SageMaker Model Dashboard.
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P: ¿Qué es el panel de modelos?

Amazon SageMaker Model Dashboard es un repositorio centralizado de todos los modelos creados 
en tu cuenta. Por lo general, los modelos son el resultado de trabajos de SageMaker formación, 
pero también puede importar modelos entrenados en otros lugares y alojarlos en ellos SageMaker. 
El panel de modelos proporciona una interfaz única para que los administradores de TI, los 
administradores de riesgos de modelos y los líderes empresariales realicen un seguimiento de 
todos los modelos implementados y agrega datos de varios servicios de AWS para proporcionar 
indicadores sobre el rendimiento de sus modelos. Puede ver los detalles sobre los puntos de 
conexión del modelo, los trabajos de transformación por lotes y los trabajos de supervisión para 
obtener información adicional sobre el rendimiento del modelo. La pantalla visual del panel ayuda 
a identificar rápidamente qué modelos carecen de monitores o tienen monitores inactivos, de 
modo que puede garantizar que todos los modelos se comprueben periódicamente para detectar 
desviaciones de datos, desviaciones del modelo, desviaciones de sesgo y desviaciones de 
atribución de características. Por último, el fácil acceso del panel a los detalles del modelo le ayuda a 
profundizar para que pueda acceder a los registros, la información relacionada con la infraestructura 
y los recursos que le ayudarán a depurar los errores de supervisión.

P: ¿Cuáles son los requisitos previos para usar el panel de modelos?

Debe crear uno o más modelos SageMaker, ya sean entrenados SageMaker o entrenados 
externamente. Si bien este no es un requisito previo obligatorio, obtendrá el máximo valor del panel 
de control si configura los trabajos de monitoreo de modelos a través de Amazon SageMaker Model 
Monitor para los modelos implementados en los puntos de conexión.

P: ¿Quién debe usar el panel de modelos?

Los administradores de riesgos de los modelos, los profesionales del ML, los científicos de datos y 
los líderes empresariales pueden obtener una visión general completa de los modelos mediante el 
panel de modelos. El panel de control agrega y muestra datos de los servicios Amazon SageMaker 
Model Cards, Endpoints y Model Monitor para mostrar información valiosa, como los metadatos del 
modelo de la tarjeta de modelo y el registro del modelo, los puntos finales en los que se implementan 
los modelos y la información obtenida de la supervisión de modelos.

P: ¿Cómo se usa el panel de modelos?

Model Dashboard está disponible de fábrica en Amazon SageMaker y no requiere ninguna 
configuración previa. Sin embargo, si ha configurado trabajos de supervisión de modelos mediante 
SageMaker Model Monitor y Clarify, utilizará Amazon CloudWatch para configurar alertas que 
muestren una señal en el panel de control cuando el rendimiento del modelo se desvíe de un rango 
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aceptable. Puede crear y agregar nuevas tarjetas de modelos al panel y ver todos los resultados 
de la supervisión asociados a los puntos de conexión. Actualmente, el panel de modelos no admite 
modelos entre cuentas.

P: ¿Qué es Amazon SageMaker Model Monitor?

Con Amazon SageMaker Model Monitor, puede seleccionar los datos que desea supervisar y 
analizar sin necesidad de escribir código. SageMaker Model Monitor le permite seleccionar datos, 
como el resultado de una predicción, de un menú de opciones y captura metadatos como la marca 
de tiempo, el nombre del modelo y el punto final para que pueda analizar las predicciones del 
modelo. Puede especificar la frecuencia de muestreo de la captura de datos como un porcentaje del 
tráfico total en el caso de predicciones en tiempo real de gran volumen. Estos datos se almacenan 
en su propio bucket de Amazon S3. También puede cifrar estos datos, configurar una seguridad 
detallada, definir políticas de retención de datos e implementar mecanismos de control de acceso 
para un acceso seguro.

P: ¿Qué tipos de modelos de monitores son compatibles? SageMaker

SageMaker Model Monitor ofrece los siguientes tipos de modelos de monitores:

• Calidad de los datos: supervise los cambios en la calidad de los datos.

• Calidad del modelo: supervise los cambios en las métricas de calidad del modelo, como la 
precisión.

• Desviación de sesgo de los modelos en producción: controle el sesgo en las predicciones de su 
modelo comparando la distribución de los datos de entrenamiento y en tiempo real.

• Desviación de la atribución de características en modelos en producción: supervise la desviación 
en la atribución de características comparando las clasificaciones relativas de las características 
en los datos de entrenamiento y en tiempo real.

P: ¿Qué métodos de inferencia admite SageMaker Model Monitor?

Actualmente, el monitor de modelos admite puntos de conexión que alojan un solo modelo para la 
inferencia en tiempo real y no admite la supervisión de puntos de conexión multimodelo.

P: ¿Cómo puedo empezar a usar SageMaker Model Monitor?

Puede utilizar los siguientes recursos para empezar con la supervisión de modelos:

• Cuaderno de ejemplo de monitor de calidad de datos
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• Cuaderno de ejemplo de monitor de calidad del modelo

• Cuaderno de ejemplo de monitor de desviación de sesgo

• Cuaderno de ejemplo de monitor de desviación de atribución de características

Para ver más ejemplos de monitoreo de modelos, consulte el GitHub repositorio amazon-sagemaker-
examples.

P: ¿Cómo funciona el monitor de modelos?

Amazon SageMaker Model Monitor supervisa automáticamente los modelos de aprendizaje 
automático en producción mediante reglas para detectar desviaciones en el modelo. El monitor 
de modelos le notifica cuando surgen problemas de calidad mediante alertas. Para obtener más 
información, consulte Funcionamiento del monitor de modelos.

P: ¿Cuándo y cómo puede utilizar su propio contenedor para el monitor de modelos?

El monitor de modelos calcula las métricas y estadísticas del modelo únicamente a partir de datos 
tabulares. Para casos de uso distintos de los conjuntos de datos tabulares, como imágenes o 
texto, puede usar sus propios contenedores para supervisar sus datos y modelos. Por ejemplo, 
puede usar su propio contenedor para supervisar un modelo de clasificación de imágenes que toma 
imágenes como entrada y genera una etiqueta. Para obtener más información sobre los contratos de 
contenedores, consulte Utilice sus propios contenedores.

P: ¿Dónde puedo encontrar ejemplos de uso del contenedor propio para el monitor de modelos?

Encontrará ejemplos útiles de uso de un contenedor propio en los siguientes enlaces:

• Supervisión de la calidad de los datos y los modelos

• GitHubejemplo de repositorio

• Utilice sus propios contenedores

• Blog sobre la detección de la desviación de datos en NLP en el monitor de modelos con un 
contenedor propio

• Blog sobre la detección y análisis de predicciones incorrectas en CV

P: ¿Cómo puedo integrar Model Monitor con SageMaker Pipelines?

Para obtener más información sobre cómo integrar Model Monitor y SageMaker Pipelines, consulte
Amazon SageMaker Pipelines ahora se integra con SageMaker Model Monitor y SageMaker  Clarify.
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Para ver un ejemplo, consulte el GitHub ejemplo de la integración de SageMaker Pipelines con 
Model Monitor y Clarify en el cuaderno.

P: ¿Hay algún problema de rendimiento al usar DataCapture?

Cuando está activada, la captura de datos se produce de forma asíncrona en los puntos finales. 
SageMaker Para evitar que las solicitudes de inferencia se vean afectadas, DataCapture deja de 
capturar solicitudes con niveles altos de uso de disco. Se recomienda mantener la utilización del 
disco por debajo del 75 % para garantizar que DataCapture siga capturando las solicitudes.
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Utilizar contenedores de Docker para crear modelos
Amazon SageMaker hace un uso extensivo de los contenedores Docker para tareas de compilación 
y tiempo de ejecución. SageMaker proporciona imágenes de Docker prediseñadas para sus 
algoritmos integrados y los marcos de aprendizaje profundo compatibles que se utilizan para el 
entrenamiento y la inferencia. Mediante el uso de contenedores, puede entrenar algoritmos de 
machine learning e implementar modelos de forma rápida y fiable a cualquier escala. Los temas 
de esta sección muestran cómo implementar estos contenedores para sus propios casos de uso. 
Para obtener información sobre cómo traer sus propios contenedores para usarlos con Amazon 
SageMaker Studio Classic, consulteTraiga su propia SageMaker imagen.

Temas

• Escenarios para ejecutar scripts, entrenar algoritmos o implementar modelos con SageMaker

• Conceptos básicos de contenedores de Docker

• Usa imágenes de Docker prediseñadas SageMaker

• Adaptar tu propio contenedor de Docker para que funcione con SageMaker

• Crear un contenedor con algoritmos y modelos propios

• Ejemplos y más información: usar algoritmo o modelo propio

• Solución de problemas con contenedores de Docker

Escenarios para ejecutar scripts, entrenar algoritmos o implementar 
modelos con SageMaker

Amazon SageMaker siempre usa contenedores de Docker cuando ejecuta scripts, entrena algoritmos 
e implementa modelos. Su nivel de compromiso con los contenedores depende de su caso de uso.

Casos de uso para usar contenedores Docker prediseñados con 
SageMaker

Tenga en cuenta los siguientes casos de uso cuando utilice contenedores con: SageMaker

• SageMaker Algoritmo prediseñado: utilice la imagen que viene con el algoritmo integrado. Consulte
Utilizar algoritmos SageMaker integrados o modelos previamente entrenados de Amazon para 
obtener más información.
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• Modelo personalizado con SageMaker contenedor prediseñado: si entrena o implementa un 
modelo personalizado, pero usa un marco que tenga un SageMaker contenedor prediseñado que 
incluya una de las siguientes opciones PyTorch, TensorFlow y elija una de las siguientes opciones:

• Si no necesita un paquete personalizado y el contenedor ya incluye todos los paquetes 
necesarios: utilice la imagen de Docker precompilada asociada a su marco. Para obtener más 
información, consulte Usa imágenes de Docker prediseñadas SageMaker .

• Si necesita instalar un paquete personalizado en uno de los contenedores precompilados: 
confirme que la imagen de Docker precompilada admite un archivo requirements.txt o amplíe el 
contenedor precompìlado en función de los siguientes casos de uso.

Casos de uso para ampliar un contenedor de Docker precompilado

A continuación se incluyen casos de uso para ampliar un contenedor de Docker precompilado:

• No puede importar las dependencias: amplíe la imagen de Docker precompilada asociada a su 
marco. Para obtener más información, consulte Ampliar una contenedor precompilado.

• No puede importar las dependencias del contenedor precompilado y este es compatible con 
requirements.txt: añada todas las dependencias necesarias en requirements.txt. Los siguientes 
marcos admiten el uso de requirements.txt.

• TensorFlow

• Chainer

• Sci-kit learn

• PyTorch

• Apache MXNet

Caso de uso para compilar un contenedor propio

Si compila o entrena un modelo personalizado y necesita un marco personalizado que no tenga una 
imagen precompilada, cree un contenedor personalizado.

El siguiente árbol de decisiones ilustra la información de las tres listas anteriores: Casos de uso 
para usar contenedores Docker prediseñados con SageMaker; Casos de uso para extender un 
contenedor Docker prediseñado; Caso de uso para crear su propio contenedor.
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Como ejemplo de caso de uso de un cliente, para entrenar e implementar un TensorFlow modelo, 
consulte las secciones anteriores de Casos de uso para decidir qué contenedor necesita. Las 
siguientes son algunas consideraciones que puede tener en cuenta a la hora de elegir su 
contenedor:

• Un TensorFlow modelo es un modelo personalizado.

• Como un TensorFlow modelo se va a crear en el TensorFlow marco, utilice el contenedor del 
marco TensorFlow prediseñado para entrenar y alojar el modelo.

• Si necesita paquetes personalizados en su script entrypoint o en su script inference, amplíe el 
contenedor precompilado o use un archivo requirements.txt para instalar las dependencias en 
tiempo de ejecución.

Tras determinar el tipo de contenedor que necesita, la siguiente información proporciona detalles 
sobre las opciones enumeradas anteriormente.
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• Utilice un SageMaker algoritmo o marco integrado. En la mayoría de los casos de uso, puede 
utilizar los algoritmos y marcos integrados sin preocuparse por los contenedores. Puede entrenar 
e implementar estos algoritmos desde la SageMaker consola, el AWS Command Line Interface 
(AWS CLI), un bloc de notas de Python o el SDK de Amazon SageMaker Python. Puede hacerlo 
especificando el algoritmo o la versión del marco al crear su estimator. Los algoritmos integrados 
disponibles se desglosan y se describen en el tema Usa algoritmos SageMaker integrados de 
Amazon o modelos previamente entrenados. Para obtener más información sobre los marcos 
disponibles, consulte Marcos y lenguajes de ML. Para ver un ejemplo de cómo entrenar e 
implementar un algoritmo integrado utilizando un cuaderno Jupyter que se ejecuta en una instancia 
de SageMaker notebook, consulte el Introducción tema.

• Usa imágenes de contenedores prediseñadas SageMaker . Como alternativa, puede utilizar 
los algoritmos y marcos integrados mediante contenedores Docker. SageMaker proporciona 
contenedores para sus algoritmos integrados e imágenes de Docker prediseñadas para algunos 
de los marcos de aprendizaje automático más comunes, como Apache MXNet, TensorFlow, 
PyTorch y Chainer. Para obtener una lista completa de las SageMaker imágenes disponibles, 
consulte Imágenes disponibles de Deep Learning Containers. También admite bibliotecas de 
machine learning como scikit-learn y SparkML. Si utilizas el SDK de Amazon SageMaker Python, 
puedes implementar los contenedores pasando el URI completo del contenedor a la Estimator
clase de SageMaker SDK correspondiente. Para ver la lista completa de los marcos de aprendizaje 
profundo compatibles actualmente SageMaker, consulteImágenes de Docker de Sagemaker 
precompiladas para aprendizaje profundo. Para obtener más información sobre las imágenes de 
contenedores precompiladas de scikit-learn y SparkML, consulte Imágenes de Docker de Amazon 
SageMaker precompiladas para Scikit-learn y Spark ML. Para obtener más información sobre el 
uso de marcos con el SDK de Amazon SageMaker Python, consulte los temas correspondientes 
enMarcos y lenguajes de machine learning.

• Amplíe una imagen de SageMaker contenedor prediseñada. Si desea ampliar un SageMaker 
algoritmo prediseñado o un modelo de imagen de Docker, puede modificar la SageMaker imagen 
para adaptarla a sus necesidades. Para ver un ejemplo, consulte Ampliación de nuestros PyTorch 
contenedores.

• Adapte una imagen de contenedor existente: si desea adaptar una imagen de contenedor 
preexistente para que funcione con ella SageMaker, debe modificar el contenedor de Docker para 
habilitar el kit de herramientas de SageMaker formación o de inferencia. Para ver un ejemplo que 
muestra cómo crear sus propios contenedores para entrenar y alojar un algoritmo, consulte Bring-
Your-Own-R Algorithm.
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Conceptos básicos de contenedores de Docker

Docker es un programa que realiza la virtualización a nivel del sistema operativo para instalar, 
distribuir y administrar software. Empaqueta aplicaciones y sus dependencias en contenedores 
virtuales que proporcionan aislamiento, portabilidad y seguridad. Con Docker puede enviar código 
con mayor rapidez, estandarizar las operaciones de las aplicaciones, transferir el código con facilidad 
y economizar al mejorar el uso de recursos. Para obtener más información sobre Docker, consulte
Descripción general de Docker.

En la siguiente información se describen los aspectos más importantes del uso de contenedores de 
Docker con Amazon SageMaker.

Funciones de SageMaker

Sagemaker utiliza contenedores de Docker en el backend para gestionar los procesos de formación 
e inferencia. Sagemaker se aparta de este proceso, por lo que ocurre automáticamente cuando 
se utiliza un estimador. Si bien no necesita usar contenedores de Docker de forma explícita con 
SageMaker en la mayoría de los casos de uso, puede usarlos para ampliar y personalizar la 
funcionalidad de SageMaker.

Contenedores con SageMaker Studio

Sagemaker Studio se ejecuta desde un contenedor de Docker y lo usa para administrar la 
funcionalidad. Por lo tanto, debe crear su contenedor de Docker siguiendo los pasos que se indican 
en Traiga su propia SageMaker imagen.

Usa imágenes de Docker prediseñadas SageMaker

Amazon SageMaker proporciona contenedores para sus algoritmos integrados e imágenes de 
Docker prediseñadas para algunos de los marcos de aprendizaje automático más comunes, como 
Apache MXNet, TensorFlow, PyTorch y Chainer. También admite bibliotecas de machine learning 
como scikit-learn y SparkML.

Puede utilizar estas imágenes desde su instancia de SageMaker bloc de notas o desde Studio. 
SageMaker También puedes ampliar las SageMaker imágenes prediseñadas para incluir las 
bibliotecas y las funciones necesarias. En los siguientes temas se proporciona más información 
acerca de las imágenes disponibles y cómo utilizarlas.
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Para ver la ruta de registro de Docker y otros parámetros para cada uno de los algoritmos 
SageMaker proporcionados por Amazon y Deep Learning Containers (DLC), consulta Rutas de 
registro de Docker y código de ejemplo.

Note

Para obtener información sobre las imágenes de Docker para desarrollar soluciones de 
aprendizaje por refuerzo (RL) SageMaker, consulte RL Containers. SageMaker

Temas

• Imágenes de Docker de Sagemaker precompiladas para aprendizaje profundo

• Imágenes de Docker de Amazon SageMaker precompiladas para Scikit-learn y Spark ML

• Entrenar una red de gráficos profundos

• Ampliar una contenedor precompilado

Imágenes de Docker de Sagemaker precompiladas para aprendizaje 
profundo

Amazon SageMaker proporciona imágenes de Docker precompiladas que incluyen marcos de 
aprendizaje profundo y otras dependencias necesarias para capacitación e inferencia. Para obtener 
una lista completa de las imágenes de Docker precompiladas administradas por SageMaker, 
consulte Rutas de registro de Docker y código de ejemplo.

Uso de SageMaker Python SDK

Con el SDK de SageMaker Python de , puede entrenar e implementar modelos utilizando uno de 
estos marcos de aprendizaje profundo conocidos. Para obtener instrucciones sobre la instalación y 
el uso del SDK, consulte Amazon SageMaker Python SDK. En la siguiente tabla se enumeran los 
marcos disponibles y las instrucciones sobre cómo utilizarlos con SageMaker Python SDK:

Plataforma Instrucciones

TensorFlow Uso de TensorFlow con el SDK de Python de SageMaker

MXNet Uso de MXNet con el SDK de Python de SageMaker
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Plataforma Instrucciones

PyTorch Uso de PyTorch con el SDK de SageMaker Python

Chainer Uso de Chainer con el SDK de Python de SageMaker

Hugging Face Uso de Hugging Face con SageMaker Python SDK

Ampliación de las imágenes de Docker de SageMaker precompiladas

Puede personalizar estos contenedores precompilados o ampliarlos para gestionar requisitos 
funcionales adicionales para su algoritmo o modelo que la imagen de Docker de SageMaker no 
admite. Para ver un ejemplo, consulte Fine-tuning and deploying a BERTopic model on SageMaker 
with your own scripts and dataset, by extending existing PyTorch containers.

Puede utilizar contenedores prediseñados para implementar los modelos personalizados o los 
modelos que se han entrenado en un marco distinto de SageMaker. Para obtener una descripción 
general del proceso de traer artefactos de modelos entrenados en SageMaker y alojarlos en un 
punto de conexión, consulte Bring your own pre-trained MXNet or TensorFlow models into Amazon 
SageMaker.

Imágenes de Docker de Amazon SageMaker precompiladas para Scikit-
learn y Spark ML

Sagemaker proporciona imágenes de Docker precompiladas que instalan las bibliotecas scikit-learn 
y Spark ML. Estas bibliotecas también incluyen las dependencias necesarias para crear imágenes de 
Docker que sean compatibles con SageMaker mediante el Amazon SageMaker Python SDK. Con el 
SDK, puede utilizar scikit-learn para tareas de machine learning y usar Spark ML para crear y ajustar 
canalizaciones de machine learning. Para obtener instrucciones sobre la instalación y el uso de SDK, 
consulte SageMaker Python SDK.

Uso de SageMaker Python SDK

La siguiente tabla contiene enlaces a los repositorios de GitHub con el código fuente de los 
contenedores scikit-learn y Spark ML. La tabla también contiene enlaces a instrucciones que 
muestran cómo utilizar estos contenedores con los estimadores del SDK de Python para ejecutar sus 
propios algoritmos de entrenamiento y alojar sus propios modelos.
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Library Código fuente de imágenes de 
Docker prediseñadas

Instrucciones

scikit-learn Contenedores de SageMaker Scikit-
learn

Uso de Scikit-learn con el SDK de 
Amazon SageMaker Python

Spark ML Contenedores de SageMaker Spark 
ML Serving

Documentación de SparkML Python 
SDK

Para obtener más información y enlaces a los repositorios de github, consulte Usa Scikit-learn con 
Amazon SageMaker y Usa SparkML Serving con Amazon SageMaker.

Especificar manualmente las imágenes precompiladas

Si no está utilizando el SageMaker Python SDK ni tampoco uno de sus estimadores para administrar 
el contenedor, tiene que recuperar manualmente el contenedor precompilado correspondiente. 
Las imágenes de Docker prediseñadas de SageMaker se almacenan en Amazon Elastic Container 
Registry (Amazon ECR). Puede insertarlas o extraerlas con sus direcciones de registro de nombre 
completo. Sagemaker utiliza los siguientes patrones de URL de imágenes de Docker para scikit-learn 
y Spark ML:

• <ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-scikit-
learn:<SCIKIT-LEARN_VERSION>-cpu-py<PYTHON_VERSION>

Por ejemplo, 746614075791.dkr.ecr.us-west-1.amazonaws.com/sagemaker-scikit-
learn:1.2-1-cpu-py3 .

• <ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-sparkml-
serving:<SPARK-ML_VERSION>

Por ejemplo, 341280168497.dkr.ecr.ca-central-1.amazonaws.com/sagemaker-
sparkml-serving:2.4 .

Para ver los ID de cuenta y los nombres de las regiones de AWS, consulte Docker Registry Paths 
and Example Code.
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Búsqueda de imágenes disponibles

Utilice los siguientes comandos para saber qué versiones de las imágenes están disponibles. Por 
ejemplo, utilice lo siguiente para buscar la imagen sagemaker-sparkml-serving disponible en la 
región ca-central-1:

aws \ 
    ecr describe-images \ 
    --region ca-central-1 \ 
    --registry-id 341280168497 \ 
    --repository-name sagemaker-sparkml-serving

Entrenar una red de gráficos profundos

En esta información general, recibirá una introducción a una red de gráficos profundos utilizando uno 
de los contenedores de DGL en Amazon Elastic Container Registry (Amazon ECR). También puede 
ver enlaces a ejemplos prácticos para redes de gráficos profundos.

¿Qué es una red de gráficos profundos?

Las redes de gráficos profundos se refieren a un tipo de red neuronal que está entrenada para 
resolver problemas de gráficos. Una red de gráficos profundos utiliza un marco de aprendizaje 
profundo subyacente como PyTorch o MXNet. El potencial de las redes de gráficos en aplicaciones 
prácticas de IA se hace patente en los tutoriales de Amazon SageMaker para Deep Graph 
Library (DGL). Entre los ejemplos de modelos de entrenamiento en conjuntos de datos gráficos se 
incluyen redes sociales, bases de conocimiento, biología y química.
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Figura 1. El ecosistema de DGL

Se ofrecen varios ejemplos que utilizan los contenedores de aprendizaje profundo de Amazon 
SageMaker que están preconfigurados con DGL. Si tiene módulos especiales que desea usar con 
DGL, también puede construir su propio contenedor. Los ejemplos incluyen heterógrafos, que son 
gráficos que tienen varios tipos de nodos y bordes, y se basan en diversas aplicaciones de distintos 
campos científicos, como la bioinformática y el análisis de redes sociales. DGL proporciona una 
amplia gama de implementaciones de redes neuronales gráficas para distintos tipos de modelos. 
Algunos de los aspectos más destacados incluyen:

• GCN: red convolucional gráfica
• R-GCN: red convolucional gráfica relacional
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• GAT: red de atención gráfica
• DGMG: modelos generativos profundos de gráficos
• JTNN: red neuronal del árbol de conexiones

Introducción

DGL está disponible como contenedor de aprendizaje profundo en Amazon ECR. Puede seleccionar 
contenedores de aprendizaje profundo cuando escriba su función de estimador en un cuaderno de 
Amazon SageMaker. También puede crear su propio contenedor personalizado con DGL siguiendo 
la guía Utilice su propio contenedor. La forma más sencilla de empezar a utilizar una red de gráficos 
profundos es utilizar uno de los contenedores DGL de Amazon ECR. 

Note

El soporte del marco de backend está limitado a PyTorch y MXNet.

Configuración

Si utiliza Amazon SageMaker Studio, primero debe clonar el repositorio de ejemplos. Si está 
utilizando una instancia de cuadernos, puede encontrar los ejemplos seleccionando el icono de 
SageMaker en la parte inferior de la barra de herramientas izquierda.

Para clonar el repositorio de cuadernos de ejemplo y el Amazon SageMaker SDK.

1. Desde la vista JupyterLab en Amazon SageMaker, acceda al Explorador de archivos en la parte 
superior de la barra de herramientas izquierda. Desde el panel del navegador de archivos puede 
ver una nueva navegación en la parte superior del panel.

2. Seleccione el icono en el extremo derecho para clonar un repositorio Git.

3. Agregue la URL del repositorio: https://github.com/awslabs/amazon-sagemaker-examples.git

4. Examine la carpeta recién agregada y su contenido. Los ejemplos de DGL se almacenan en la 
carpeta sagemaker-python-sdk.
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Ejecutar un ejemplo de entrenamiento de red de gráficos

Para entrenar una red de gráficos profundos

1. En la vista JupyterLab en Amazon SageMaker, explore los cuadernos de ejemplo y busque 
carpetas DGL. Se pueden incluir varios archivos para dar soporte a un ejemplo. Examine los 
requisitos previos en el archivo README.

2. Ejecute el cuaderno de ejemplo .ipynb. 

3. Busque la función de estimador y anote la línea en la que está utilizando un contenedor ECR de 
Amazon para DGL y un tipo de instancia específico. Es posible que desee actualizar esto para 
utilizar un contenedor en su región preferida.

4. Ejecute la función para iniciar la instancia y use el contenedor DGL para entrenar una 
red gráfica. El lanzamiento de esta instancia conlleva cargos. La instancia se termina 
automáticamente cuando se completa el entrenamiento.

Ejemplos

Se proporciona un ejemplo de incrustación de gráficos de conocimiento (KGE). Utiliza el conjunto de 
datos Freebase, una base de conocimientos de datos generales. Un caso de uso de ejemplo sería 
representar gráficamente las relaciones de las personas y predecir su nacionalidad. 

Un ejemplo de implementación de una red convolucional de gráficos (GCN) muestra cómo se puede 
entrenar una red de gráficos para predecir la toxicidad. Un conjunto de datos fisiológicos, Tox21, 
proporciona medidas de toxicidad de cómo afectan las sustancias a las respuestas biológicas. 

Otro ejemplo de GCN muestra cómo entrenar una red gráfica en un conjunto de datos bibliográficos 
de publicaciones científicas, conocido como Cora. Puede usarlo para encontrar relaciones entre 
autores, temas y conferencias.

El último ejemplo es un sistema de recomendación para reseñas de películas. Utiliza una red de 
finalización de matriz convolucional de gráficos (GCMC) entrenada en los conjuntos de datos de 
MovieLens. Estos conjuntos de datos constan de títulos de películas, géneros y puntuaciones de 
usuarios.

Usar un contenedor de aprendizaje profundo con DGL

El siguiente ejemplo utiliza contenedores preconfigurados de aprendizaje profundo. Este es el más 
fácil de probar, ya que funciona directamente en Amazon SageMaker.
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• Clasificación semisupervisada de una base de conocimientos mediante un GCN

Utilice su propio contenedor con DGL

Los siguientes ejemplos le permiten utilizar su propio contenedor (BYOC). Consulte la guía de 
BYOC y familiarícese con ese proceso antes de probarlo. Se requiere configuración.

• Predicción de propiedades moleculares de toxicidad mediante un GCN
• Sistema de recomendación para películas que utilizan una implementación de GCMC

Ampliar una contenedor precompilado

Si un contenedor de Sagemaker precompilado no cumple con todos sus requisitos, puede ampliar 
la imagen existente para adaptarla a sus necesidades. Incluso si hay soporte directo para su 
entorno o marco, es posible que desee añadir funciones adicionales o configurar el entorno de 
contenedores de forma diferente. Al ampliar una imagen precompilada, puede aprovechar las 
bibliotecas y configuraciones de aprendizaje profundo incluidas sin tener que crear una imagen 
desde cero. Puede ampliar el contenedor para añadir bibliotecas, modificar la configuración e instalar 
dependencias adicionales.

En el siguiente tutorial se muestra cómo ampliar una imagen de SageMaker precompilada y 
publicarla en Amazon ECR.

Temas

• Requisitos para ampliar un contenedor precompilado

• Ampliar los contenedores de Sagemaker para ejecutar un script de Python

Requisitos para ampliar un contenedor precompilado

Para ampliar una imagen de SageMaker precompilada, debe establecer las siguientes variables de 
entorno en su Dockerfile. Para obtener más información sobre información sobre las variables de 
entorno con contenedores de SageMaker, consulte el repositorio de GitHub de SageMaker Training 
Toolkit.

• SAGEMAKER_SUBMIT_DIRECTORY: el directorio dentro del contenedor en el que se encuentra el 
script de Python para el entrenamiento.
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• SAGEMAKER_PROGRAM: el script de Python que debe invocarse y usarse como punto de entrada 
para el entrenamiento.

También puede instalar bibliotecas adicionales si incluye lo siguiente en su Dockerfile:

RUN pip install <library>

En el siguiente tutorial se muestra cómo utilizar estas variables de entorno.

Ampliar los contenedores de Sagemaker para ejecutar un script de Python

En este tutorial, aprenderá a ampliar el contenedor de PyTorch de SageMaker con un archivo 
de Python que utilice el conjunto de datos CIFAR-10. Al ampliar el contenedor de PyTorch 
de SageMaker, se utiliza la solución de entrenamiento existente diseñada para funcionar con 
SageMaker. En este tutorial se amplía una imagen de entrenamiento, pero se pueden seguir los 
mismos pasos para ampliar una imagen de inferencia. Para una lista completa de las Imágenes 
disponibles, consulte Imágenes de contenedores de aprendizaje profundo disponibles.

Para ejecutar su propio modelo de entrenamiento mediante los contenedores de SageMaker, cree un 
contenedor de Docker a través de una instancia de cuaderno de SageMaker.

Paso 1: Crear una instancia con cuaderno de SageMaker

1. Abra la consola de SageMaker.

2. En el panel de navegación, elija Notebook Cuaderno), seleccione Notebook instances 
(Instancias de cuaderno) y, a continuación, seleccione Create notebook instance (Crear 
instancia de cuaderno).

3. En la página Create notebook instance (Crear instancia con cuaderno ), proporcione la siguiente 
información:

a. En Notebook instance name (Nombre de instancia del bloc de notas), escriba
RunScriptNotebookInstance.

b. En Notebook instance type (Tipo de instancia del bloc de notas), elija ml.t2.medium.

c. En la sección Permissions and encryption (Permisos y cifrado), haga lo siguiente:

i. En IAM Role (Rol de IAM), elija Create a New Role (Crear un nuevo rol).
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ii. En la página Create an IAM role (Crear un rol de IAM), elija Buckets de S3 específicos, 
especifique un bucket de Amazon S3 denominado sagemaker-run-script y, a 
continuación, elija Create role (Crear rol).

Sagemaker crea un rol de IAM denominado AmazonSageMaker-
ExecutionRole-YYYYMMDDTHHmmSS, como AmazonSageMaker-
ExecutionRole-20190429T110788. Tenga en cuenta que la convención de 
nomenclatura de rol de ejecución utiliza la fecha y la hora en que se creó el rol, 
separadas por una T.

d. En Root Access (Acceso raíz), elija Enable (Habilitar).

e. Elija Create notebook instance (Crear instancia con cuaderno).

4. En la página Notebook instances (Instancias de cuaderno), Status (Estado) es Pemnding 
(Pendiente). Amazon CloudWatch Internet Monitor puede tardar unos minutos en lanzar 
una instancia de procesamiento de machine learning (en este caso, lanza una instancia de 
cuaderno) y le asocia un volumen de almacenamiento de ML. La instancia de bloc de notas 
cuenta con un servidor de bloc de notas de Jupyter configurado previamente y un conjunto 
de bibliotecas de Anaconda. Para obtener más información, consulte Crear una instancia de 
cuaderno.

5. En la sección Permissions and encryption (Permisos y cifrado), copie el número de ARN del 
rol de IAM y péguelo en un archivo de cuaderno para guardarlo temporalmente. Este número 
ARN del rol de IAM se utiliza más adelante para configurar un estimador de entrenamiento 
local en la instancia del cuaderno. El número de ARN de rol de IAM tiene el siguiente 
aspecto: 'arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-20190429T110788'.

6. Cuando el estado de la instancia del cuaderno cambie a InService, seleccione Open JupyterLab 
(Abrir JupyterLab).

Paso 2: Crear y cargar scripts de entrenamiento de Dockerfile y Python

1. Cuando se abra JupyterLab, cree una nueva carpeta en el directorio principal de su JupyterLab. 
En la esquina superior izquierda, elija el icono de nueva carpeta y, a continuación, escriba el 
nombre de la carpeta docker_test_folder.

2. Cree un archivo de texto Dockerfile en el directorio docker_test_folder.

a. Seleccione el icono del nuevo lanzador (+) en la esquina superior izquierda.
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b. En el panel derecho, en la sección Other (Otro), seleccione Text file (Archivo de texto).

c. Pegue el siguiente código de ejemplo Dockerfile en el archivo de texto.

# SageMaker PyTorch image
FROM 763104351884.dkr.ecr.us-east-1.amazonaws.com/pytorch-training:1.5.1-cpu-
py36-ubuntu16.04

ENV PATH="/opt/ml/code:${PATH}"

# this environment variable is used by the SageMaker PyTorch container to 
 determine our user code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

# /opt/ml and all subdirectories are utilized by SageMaker, use the /code 
 subdirectory to store your user code.
COPY cifar10.py /opt/ml/code/cifar10.py

# Defines cifar10.py as script entrypoint  
ENV SAGEMAKER_PROGRAM cifar10.py

El script Dockerfile realiza las siguientes tareas:

• FROM 763104351884.dkr.ecr.us-east-1.amazonaws.com/pytorch-
training:1.5.1-cpu-py36-ubuntu16.04: descarga la imagen base de PyTorch de 
SageMaker. Puede sustituirla por cualquier imagen base de Sagemaker que desee utilizar 
para crear contenedores.

• ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code: establece /opt/ml/code
como el directorio de scripts de entrenamiento.

• COPY cifar10.py /opt/ml/code/cifar10.py: copia el script en la ubicación 
dentro del contenedor esperado por SageMaker. El script debe estar ubicado en esta 
carpeta.

• ENV SAGEMAKER_PROGRAM cifar10.py: establece el script de entrenamiento
cifar10.py como el script de punto de entrada.

d. En la navegación del directorio izquierdo, el nombre del archivo de texto se establece 
automáticamente como untitled.txt. Para cambiar el nombre del archivo, haga clic con 
el botón derecho en el archivo, seleccione Rename (Cambiar nombre), cámbiele el nombre 
a Dockerfile sin la extensión .txt y, a continuación, pulse Ctrl+s o Command+s para 
guardar el archivo.
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3. Cree o cargue un script de entrenamiento cifar10.py en la docker_test_folder. Puede 
utilizar el siguiente script de ejemplo. para este ejercicio.

import ast
import argparse
import logging

import os

import torch
import torch.distributed as dist
import torch.nn as nn
import torch.nn.parallel
import torch.optim
import torch.utils.data
import torch.utils.data.distributed
import torchvision
import torchvision.models
import torchvision.transforms as transforms
import torch.nn.functional as F

logger=logging.getLogger(__name__)
logger.setLevel(logging.DEBUG)

classes=('plane', 'car', 'bird', 'cat', 'deer', 'dog', 'frog', 'horse', 'ship', 
 'truck')

# https://github.com/pytorch/tutorials/blob/master/beginner_source/blitz/
cifar10_tutorial.py#L118
class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.conv1=nn.Conv2d(3, 6, 5) 
        self.pool=nn.MaxPool2d(2, 2) 
        self.conv2=nn.Conv2d(6, 16, 5) 
        self.fc1=nn.Linear(16 * 5 * 5, 120) 
        self.fc2=nn.Linear(120, 84) 
        self.fc3=nn.Linear(84, 10) 

    def forward(self, x): 
        x=self.pool(F.relu(self.conv1(x))) 
        x=self.pool(F.relu(self.conv2(x))) 
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        x=x.view(-1, 16 * 5 * 5) 
        x=F.relu(self.fc1(x)) 
        x=F.relu(self.fc2(x)) 
        x=self.fc3(x) 
        return x

def _train(args): 
    is_distributed=len(args.hosts) > 1 and args.dist_backend is not None 
    logger.debug("Distributed training - {}".format(is_distributed)) 

    if is_distributed: 
        # Initialize the distributed environment. 
        world_size=len(args.hosts) 
        os.environ['WORLD_SIZE']=str(world_size) 
        host_rank=args.hosts.index(args.current_host) 
        dist.init_process_group(backend=args.dist_backend, rank=host_rank, 
 world_size=world_size) 
        logger.info( 
            'Initialized the distributed environment: \'{}\' backend on {} nodes. 
 '.format( 
                args.dist_backend, 
                dist.get_world_size()) + 'Current host rank is {}. Using cuda: {}. 
 Number of gpus: {}'.format( 
                dist.get_rank(), torch.cuda.is_available(), args.num_gpus)) 

    device='cuda' if torch.cuda.is_available() else 'cpu' 
    logger.info("Device Type: {}".format(device)) 

    logger.info("Loading Cifar10 dataset") 
    transform=transforms.Compose( 
        [transforms.ToTensor(), 
         transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))]) 

    trainset=torchvision.datasets.CIFAR10(root=args.data_dir, train=True, 
                                            download=False, transform=transform) 
    train_loader=torch.utils.data.DataLoader(trainset, batch_size=args.batch_size, 
                                               shuffle=True, 
 num_workers=args.workers) 

    testset=torchvision.datasets.CIFAR10(root=args.data_dir, train=False, 
                                           download=False, transform=transform) 
    test_loader=torch.utils.data.DataLoader(testset, batch_size=args.batch_size, 
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                                              shuffle=False, 
 num_workers=args.workers) 

    logger.info("Model loaded") 
    model=Net() 

    if torch.cuda.device_count() > 1: 
        logger.info("Gpu count: {}".format(torch.cuda.device_count())) 
        model=nn.DataParallel(model) 

    model=model.to(device) 

    criterion=nn.CrossEntropyLoss().to(device) 
    optimizer=torch.optim.SGD(model.parameters(), lr=args.lr, 
 momentum=args.momentum) 

    for epoch in range(0, args.epochs): 
        running_loss=0.0 
        for i, data in enumerate(train_loader): 
            # get the inputs 
            inputs, labels=data 
            inputs, labels=inputs.to(device), labels.to(device) 

            # zero the parameter gradients 
            optimizer.zero_grad() 

            # forward + backward + optimize 
            outputs=model(inputs) 
            loss=criterion(outputs, labels) 
            loss.backward() 
            optimizer.step() 

            # print statistics 
            running_loss += loss.item() 
            if i % 2000 == 1999:  # print every 2000 mini-batches 
                print('[%d, %5d] loss: %.3f' % 
                      (epoch + 1, i + 1, running_loss / 2000)) 
                running_loss=0.0 
    print('Finished Training') 
    return _save_model(model, args.model_dir)

def _save_model(model, model_dir): 
    logger.info("Saving the model.") 
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    path=os.path.join(model_dir, 'model.pth') 
    # recommended way from http://pytorch.org/docs/master/notes/serialization.html 
    torch.save(model.cpu().state_dict(), path)

def model_fn(model_dir): 
    logger.info('model_fn') 
    device="cuda" if torch.cuda.is_available() else "cpu" 
    model=Net() 
    if torch.cuda.device_count() > 1: 
        logger.info("Gpu count: {}".format(torch.cuda.device_count())) 
        model=nn.DataParallel(model) 

    with open(os.path.join(model_dir, 'model.pth'), 'rb') as f: 
        model.load_state_dict(torch.load(f)) 
    return model.to(device)

if __name__ == '__main__': 
    parser=argparse.ArgumentParser() 

    parser.add_argument('--workers', type=int, default=2, metavar='W', 
                        help='number of data loading workers (default: 2)') 
    parser.add_argument('--epochs', type=int, default=2, metavar='E', 
                        help='number of total epochs to run (default: 2)') 
    parser.add_argument('--batch-size', type=int, default=4, metavar='BS', 
                        help='batch size (default: 4)') 
    parser.add_argument('--lr', type=float, default=0.001, metavar='LR', 
                        help='initial learning rate (default: 0.001)') 
    parser.add_argument('--momentum', type=float, default=0.9, metavar='M', 
 help='momentum (default: 0.9)') 
    parser.add_argument('--dist-backend', type=str, default='gloo', 
 help='distributed backend (default: gloo)') 

    # The parameters below retrieve their default values from SageMaker environment 
 variables, which are 
    # instantiated by the SageMaker containers framework. 
    # https://github.com/aws/sagemaker-containers#how-a-script-is-executed-inside-
the-container 
    parser.add_argument('--hosts', type=str, 
 default=ast.literal_eval(os.environ['SM_HOSTS'])) 
    parser.add_argument('--current-host', type=str, 
 default=os.environ['SM_CURRENT_HOST']) 
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    parser.add_argument('--model-dir', type=str, 
 default=os.environ['SM_MODEL_DIR']) 
    parser.add_argument('--data-dir', type=str, 
 default=os.environ['SM_CHANNEL_TRAINING']) 
    parser.add_argument('--num-gpus', type=int, default=os.environ['SM_NUM_GPUS']) 

    _train(parser.parse_args())

Paso 3: Compilar el contenedor

1. En el directorio principal de JupyterLab, abra un cuaderno de Jupyter. Para abrir un 
cuaderno nuevo, seleccionae el icono de nuevo lanzamiento y, a continuación, seleccione
conda_pytorch_p39 en la sección Notebook (Cuaderno).

2. Ejecute el siguiente comando en la primera celda del cuaderno para cambiar al directorio
docker_test_folder:

% cd ~/SageMaker/docker_test_folder

Esto devuelve su directorio actual como se indica a continuación:

! pwd

output: /home/ec2-user/SageMaker/docker_test_folder

3. Inicie sesión en Docker para acceder al contenedor base:

! aws ecr get-login-password --region us-east-1 | docker login --username AWS --
password-stdin 763104351884.dkr.ecr.us-east-1.amazonaws.com

4. Para crear el contenedor de Docker, ejecute el siguiente comando de compilación de Docker, 
incluyendo el espacio seguido del punto final:

! docker build -t pytorch-extended-container-test .

El comando de compilación de Docker debe ejecutarse desde el directorio creado, en este caso
docker_test_folder.
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Note

Si aparece el siguiente mensaje de error que indica que Docker no puede encontrar el 
Dockerfile, asegúrese de que el Dockerfile tenga el nombre correcto y se haya guardado 
en el directorio.

unable to prepare context: unable to evaluate symlinks in Dockerfile path:  
lstat /home/ec2-user/SageMaker/docker/Dockerfile: no such file or directory

Recuerde que docker busca un archivo llamado específicamente Dockerfile sin 
ninguna extensión en el directorio actual. Si lo nombró de otra manera, puede pasar 
el nombre de archivo manualmente con la marca -f. Por ejemplo, si asignó el nombre
Dockerfile-text.txt a su Dockerfile, ejecute el siguiente comando:

! docker build -t tf-custom-container-test -f Dockerfile-text.txt .

Paso 4: Probar el contenedor

1. Para probar el contenedor localmente en la instancia de cuaderno, abra un cuaderno de 
Jupyter. Elija New Launcher (Nuevo lanzador) y seleccione Notebook (Cuaderno) en el marco
conda_pytorch_p39. El resto de los fragmentos de código deben ejecutarse desde la 
instancia del cuaderno de Jupyter.

2. Descargue el conjunto de datos CIFAR-10.

import torch
import torchvision
import torchvision.transforms as transforms

def _get_transform(): 
    return transforms.Compose( 
        [transforms.ToTensor(), 
         transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))])

def get_train_data_loader(data_dir='/tmp/pytorch/cifar-10-data'): 
    transform=_get_transform() 
    trainset=torchvision.datasets.CIFAR10(root=data_dir, train=True, 
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                                            download=True, transform=transform) 
    return torch.utils.data.DataLoader(trainset, batch_size=4, 
                                       shuffle=True, num_workers=2)

def get_test_data_loader(data_dir='/tmp/pytorch/cifar-10-data'): 
    transform=_get_transform() 
    testset=torchvision.datasets.CIFAR10(root=data_dir, train=False, 
                                           download=True, transform=transform) 
    return torch.utils.data.DataLoader(testset, batch_size=4, 
                                       shuffle=False, num_workers=2)

trainloader=get_train_data_loader('/tmp/pytorch-example/cifar-10-data')
testloader=get_test_data_loader('/tmp/pytorch-example/cifar-10-data')

3. Defina role en el rol utilizado para crear su cuaderno de Jupyter. Se utiliza para configurar su 
estimador de SageMaker.

from sagemaker import get_execution_role

role=get_execution_role()

4. Pegue el siguiente script de ejemplo en la celda de código del cuaderno para configurar un 
estimador de SageMaker utilizando su contenedor extendido.

from sagemaker.estimator import Estimator

hyperparameters={'epochs': 1}

estimator=Estimator( 
    image_uri='pytorch-extended-container-test', 
    role=role, 
    instance_count=1, 
    instance_type='local', 
    hyperparameters=hyperparameters
)

estimator.fit('file:///tmp/pytorch-example/cifar-10-data')

5. Ejecute la celda de código. Esta prueba devuelve la configuración del entorno de capacitación, 
los valores utilizados en las variables de entorno, el origen de los datos y la pérdida y precisión 
obtenidas durante la capacitación.
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Paso 5: Insertar el contenedor en Amazon Elastic Container Registry (Amazon ECR)

1. Después de ejecutar correctamente la prueba de modo local, puede insertar el contenedor de 
Docker en Amazon ECR para utilizarlo para ejecutar trabajos de entrenamiento.

Puede ejecutar manualmente comandos de Git como los siguientes en una celda del cuaderno.

%%sh

# Specify an algorithm name
algorithm_name=pytorch-extended-container-test

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none 
 defined)
region=$(aws configure get region)

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.

aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 
 2>&1
if [ $? -ne 0 ]
then
aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null
fi

# Log into Docker
aws ecr get-login-password --region ${region}|docker login --username AWS --
password-stdin ${fullname}

# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}
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2. Después de insertar el contenedor, puede llamar a la imagen de Amazon ECR desde cualquier 
lugar del entorno de SageMaker. Ejecute el siguiente ejemplo de código en la siguiente celda del 
cuaderno.

Si desea utilizar este contenedor de entrenamiento con Sagemaker Studio para utilizar sus 
características de visualización, también puede ejecutar el siguiente código en una celda 
de un cuaderno de Studio para llamar a la imagen de Amazon ECR de su contenedor de 
entrenamiento.

import boto3

client=boto3.client('sts')
account=client.get_caller_identity()['Account']

my_session=boto3.session.Session()
region=my_session.region_name

algorithm_name="pytorch-extended-container-test"
ecr_image='{}.dkr.ecr.{}.amazonaws.com/{}:latest'.format(account, region, 
 algorithm_name)

ecr_image
# This should return something like
# 12-digits-of-your-account.dkr.ecr.us-east-2.amazonaws.com/tf-2.2-test:latest

3. Utilice la ecr_image obtenida en el paso anterior para configurar un objeto de estimador 
de SageMaker. En el siguiente ejemplo de código se configura un estimador de PyTorch de 
Sagemaker.

import sagemaker

from sagemaker import get_execution_role
from sagemaker.estimator import Estimator

estimator=Estimator( 
    image_uri=ecr_image, 
    role=get_execution_role(), 
    base_job_name='pytorch-extended-container-test', 
    instance_count=1, 
    instance_type='ml.p2.xlarge'
)
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# start training
estimator.fit()

# deploy the trained model
predictor=estimator.deploy(1, instance_type)

Paso 6: Eliminar recursos

Para eliminar recursos una vez que haya terminado con el ejemplo de inicio

1. Abra la consola de SageMaker, seleccione la instancia de cuaderno
RunScriptNotebookInstance, elija Actions (Acciones) y elija Stop (Detener). Puede que 
transcurran unos minutos hasta que la instancia se detenga.

2. Cuando State (Estado) de la instancia cambie a Stopped (Detenida), elija Actions (Acciones), 
elija Delete (Eliminar) y, a continuación, elija Delete (Eliminar) en el cuadro de diálogo. Puede 
que transcurran unos minutos hasta que la instancia se elimine. La instancia del cuaderno 
desaparece de la tabla cuando se elimina.

3. Abra la consola de Amazon S3 y elimine el bucket que creó para almacenar los artefactos del 
modelo y los conjuntos de datos de entrenamiento.

4. Abra la consola de IAM y elimine el rol de IAM. Si ha creado políticas de permisos, puede 
eliminarlas también.

Note

El contenedor de Docker se cierra automáticamente después de que se haya ejecutado. 
No es necesario eliminarlo.

Adaptar tu propio contenedor de Docker para que funcione con 
SageMaker

Puedes adaptar una imagen de Docker existente para trabajar con ella. SageMaker Es posible que 
necesites usar una imagen de Docker externa existente SageMaker cuando tengas un contenedor 
que cumpla con los requisitos de características o seguridad que actualmente no son compatibles 
con una imagen prediseñada. SageMaker Hay dos kits de herramientas que te permiten traer tu 
propio contenedor y adaptarlo para que funcione con él: SageMaker
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• SageMaker Kit de herramientas de formación

• SageMaker Kit de herramientas de inferencia

Los siguientes temas muestran cómo adaptar la imagen existente mediante los kits de herramientas 
de SageMaker formación e inferencia:

Temas

• Bibliotecas de marcos individuales

• Uso de SageMaker Training e Inference Toolkits

• Adaptación del contenedor de entrenamiento propio

• Adaptación del contenedor de inferencias propio

Bibliotecas de marcos individuales

Además del kit de herramientas de SageMaker formación y el kit de herramientas de SageMaker 
inferencia, SageMaker también proporciona kits de herramientas especializados para TensorFlow 
MXNet y Chainer. PyTorch La siguiente tabla proporciona enlaces a los GitHub repositorios que 
contienen el código fuente de cada marco y sus respectivos kits de herramientas de servicio. Las 
instrucciones enlazadas son para usar el SDK de Python para ejecutar algoritmos de entrenamiento 
y modelos de host en SageMaker. La funcionalidad de estas bibliotecas individuales se incluye en el 
kit de herramientas de SageMaker formación y SageMaker el kit de herramientas de inferencia.

Marcos Código fuente del Toolkit

TensorFlow SageMaker TensorFlow Capacitación

SageMaker TensorFlow Sirviendo

MXNet SageMaker Capacitación sobre MXNet

SageMaker Inferencia de MXNet

PyTorch SageMaker PyTorch Capacitación

SageMaker PyTorch Inferencia

Chainer SageMaker Contenedores Chainer SageMaker
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Uso de SageMaker Training e Inference Toolkits

Los toolkits SageMaker Training y SageMaker Inference implementan la funcionalidad que necesita 
para adaptar sus contenedores para ejecutar scripts, entrenar algoritmos e implementar modelos en 
SageMaker. Cuando se instala, la biblioteca define lo siguiente para los usuarios:

• Las ubicaciones para almacenar código y otros recursos.

• El punto de entrada que contiene el código que se ejecutará al iniciarse el contenedor. Su archivo 
Dockerfile debe copiar el código que debe ejecutarse en la ubicación esperada por un contenedor 
compatible con SageMaker.

• Otra información que un contenedor necesita para gestionar implementaciones para entrenamiento 
e inferencia.

Estructura de contenedores de toolkits de SageMaker

Cuando SageMaker entrena un modelo, crea la siguiente estructura de carpetas de archivos en el 
directorio /opt/ml del contenedor.

/opt/ml
### input
#   ### config
#   #   ### hyperparameters.json
#   #   ### resourceConfig.json
#   ### data
#       ### <channel_name>
#           ### <input data>
### model
#
### code
#
### output
#
### failure

Cuando se ejecuta un trabajo de entrenamientode modelo, el contenedor de SageMaker utiliza el 
directorio /opt/ml/input/, que contiene los archivos JSON que configuran los hiperparámetros 
para el algoritmo y el diseño de red utilizado para entrenamiento distribuida. El directorio /opt/
ml/input/ también contiene los archivos que especifican los canales a través de los cuales 
obtiene acceso a los datos, que se almacenan en Amazon Simple Storage Service (Amazon 
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S3). La biblioteca de contenedores de SageMaker coloca los scripts que el contenedor ejecutará 
en el directorio /opt/ml/code/. Su script debe escribir el modelo generado por su algoritmo 
en el directorio /opt/ml/model/. Para obtener más información, consulte Usar algoritmos de 
capacitación propios.

Cuando aloja un modelo capacitado en SageMaker para crear inferencias, implementa el modelo en 
un punto de conexión HTTP. El modelo hace predicciones en tiempo real en respuesta a solicitudes 
de inferencia. El contenedor debe contener una pila de distribución para procesar estas solicitudes.

En un contenedor de transformación por lotes o alojamiento, los archivos del modelo se encuentran 
en la misma carpeta en la que se escribieron durante la entrenamiento.

/opt/ml/model
#
### <model files>

Para obtener más información, consulte Usar un código de inferencia propio.

Contenedores individuales frente a contenedores múltiples

Puede proporcionar imágenes de Docker independientes para el algoritmo de entrenamiento y 
código de inferencia, o puede utilizar una única imagen de Docker para ambos. Cuando se crean 
imágenes de Docker para su uso con SageMaker tenga en cuenta lo siguiente:

• Proporcionar dos imágenes de Docker puede aumentar los requisitos de almacenamiento y el 
costo, ya que las bibliotecas comunes pueden duplicarse.

• Por regla general, los contenedores más pequeños se inician más rápido para el alojamiento y la 
capacitación. Los modelos realizan una capacitación más rápida y el servicio de alojamiento puede 
reaccionar a los aumentos de tráfico mediante un escalado automático más rápido.

• Es posible que pueda escribir un contenedor de inferencias que sea significativamente más 
pequeño que el contenedor de capacitación. Esto es especialmente común cuando utiliza GPU 
para la capacitación, pero el código de inferencia se optimiza para las CPU.

• SageMaker requiere que los contenedores de Docker se ejecuten sin acceso privilegiado.

• Tanto los contenedores de Docker que crea como los proporcionados por SageMaker pueden 
enviar mensajes a los archivos Stdout y Stderr. Sagemaker envía estos mensajes a los 
registros de Amazon CloudWatch de su cuenta de AWS.
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Para obtener más información sobre cómo crear contenedores de SageMaker y cómo se ejecutan los 
scripts dentro de ellos, consulte los repositorios SageMaker Training Toolkit y SageMaker Inference 
Toolkit en GitHub. También proporcionan listas de variables de entorno importantes y las variables 
de entorno proporcionadas por contenedores de SageMaker.

Adaptación del contenedor de entrenamiento propio

Para ejecutar su propio modelo de entrenamiento, cree un contenedor de Docker con el Amazon 
SageMaker Training Toolk a través de una instancia de cuaderno de Amazon SageMaker.

Paso 1: Crear una instancia de cuaderno de SageMaker

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Notebook Cuaderno), seleccione Notebook instances 
(Instancias de cuaderno) y, a continuación, seleccione Create notebook instance (Crear 
instancia de cuaderno).

3. En la página Create notebook instance (Crear instancia con cuaderno ), proporcione la siguiente 
información:

a. En Notebook instance name (Nombre de instancia del bloc de notas), escriba
RunScriptNotebookInstance.

b. En Notebook instance type (Tipo de instancia del bloc de notas), elija ml.t2.medium.

c. En la sección Permissions and encryption (Permisos y cifrado), haga lo siguiente:

i. En IAM Role (Rol de IAM), elija Create a New Role (Crear un nuevo rol). Se abre una 
nueva ventana.

ii. En la página Create an IAM role (Crear un rol de IAM), elija Buckets de S3 específicos, 
especifique un bucket de Amazon S3 denominado sagemaker-run-script y, a 
continuación, elija Create role (Crear rol).

Sagemaker crea un rol de IAM denominado AmazonSageMaker-
ExecutionRole-YYYYMMDDTHHmmSS. Por ejemplo, AmazonSageMaker-
ExecutionRole-20190429T110788. Tenga en cuenta que la convención de 
nomenclatura de rol de ejecución utiliza la fecha y la hora en que se creó el rol, 
separadas por una T.

d. En Root Access (Acceso raíz), elija Enable (Habilitar).

e. Elija Create notebook instance (Crear instancia con cuaderno).
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4. En la página Notebook instances (Instancias de cuaderno), Status (Estado) es Pemnding 
(Pendiente). En unos minutos lanza una instancia de computación de machine learning, en 
este caso, una instancia de cuaderno, y asocie un volumen de almacenamiento de machine 
learning a ella. La instancia de bloc de notas cuenta con un servidor de bloc de notas de 
Jupyter configurado previamente y un conjunto de bibliotecas de Anaconda. Para obtener más 
información, consulte Crear una instancia de cuaderno.

5. Haga clic en el Name (Nombre) del cuaderno que acaba de crear. Se abre una nueva página.

6. En la sección Permissions and encryption (Permisos y cifrado), copie el número de ARN del 
rol de IAM y péguelo en un archivo de cuaderno para guardarlo temporalmente. Este número 
ARN del rol de IAM se utiliza más adelante para configurar un estimador de entrenamiento 
local en la instancia del cuaderno. El número de ARN de rol de IAM tiene el siguiente 
aspecto: 'arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-20190429T110788'.

7. Cuando el estado de la instancia del cuaderno cambie a InService, seleccione Open JupyterLab 
(Abrir JupyterLab).

Paso 2: Crear y cargar scripts de entrenamiento de Dockerfile y Python

1. Cuando se abra JupyterLab, cree una nueva carpeta en el directorio principal de su JupyterLab. 
En la esquina superior izquierda, elija el icono de nueva carpeta y, a continuación, escriba el 
nombre de la carpeta docker_test_folder.

2. Cree un archivo de texto Dockerfile en el directorio docker_test_folder.

a. Seleccione el icono del nuevo lanzador (+) en la esquina superior izquierda.

b. En el panel derecho, en la sección Other (Otro), seleccione Text file (Archivo de texto).

c. Pegue el siguiente código de ejemplo Dockerfile en el archivo de texto.

#Download an open source TensorFlow Docker image
FROM tensorflow/tensorflow:latest-gpu-jupyter

# Install sagemaker-training toolkit that contains the common functionality 
 necessary to create a container compatible with SageMaker and the Python SDK.
RUN pip3 install sagemaker-training

# Copies the training code inside the container
COPY train.py /opt/ml/code/train.py
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# Defines train.py as script entrypoint
ENV SAGEMAKER_PROGRAM train.py

El script Dockerfile realiza las siguientes tareas:

• FROM tensorflow/tensorflow:latest-gpu-jupyter: descarga la imagen base 
más reciente de Docker de TensorFlow. Puede sustituirla por cualquier imagen base 
de Docker que desee utilizar para crear contenedores, así como por imágenes base de 
contenedores precompilados de AWS.

• RUN pip install sagemaker-training: instala SageMaker Training Toolkit, que 
contiene la funcionalidad común necesaria para crear un contenedor compatible con 
SageMaker.

• COPY train.py /opt/ml/code/train.py: copia el script en la ubicación dentro del 
contenedor esperado por SageMaker. El script debe estar ubicado en esta carpeta.

• ENV SAGEMAKER_PROGRAM train.py— Toma el script de entrenamiento train.py
como script de punto de entrada copiado en la carpeta /opt/ml/code del contenedor. 
Esta es la única variable de entorno que debe especificar cuando crea su propio 
contenedor.

d. En la navegación del directorio izquierdo, el nombre del archivo de texto se establece 
automáticamente como untitled.txt. Para cambiar el nombre del archivo, haga clic con 
el botón derecho en el archivo, seleccione Rename (Cambiar nombre), cámbiele el nombre 
a Dockerfile sin la extensión .txt y, a continuación, pulse Ctrl+s o Command+s para 
guardar el archivo.

3. Cargue un script de entrenamiento train.py en la docker_test_folder. Para este 
ejercicio, puede usar el siguiente script de ejemplo para crear un modelo que lea dígitos 
manuscritos entrenados en el conjunto de datos MNIST.

import tensorflow as tf
import os

mnist = tf.keras.datasets.mnist

(x_train, y_train), (x_test, y_test) = mnist.load_data()
x_train, x_test = x_train / 255.0, x_test / 255.0

model = tf.keras.models.Sequential([
tf.keras.layers.Flatten(input_shape=(28, 28)),
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tf.keras.layers.Dense(128, activation='relu'),
tf.keras.layers.Dropout(0.2),
tf.keras.layers.Dense(10, activation='softmax')
])

model.compile(optimizer='adam',
loss='sparse_categorical_crossentropy',
metrics=['accuracy'])

model.fit(x_train, y_train, epochs=1)
model_save_dir = f"{os.environ.get('SM_MODEL_DIR')}/1"

model.evaluate(x_test, y_test)
tf.saved_model.save(model, model_save_dir)

Paso 3: Compilar el contenedor

1. En el directorio principal de JupyterLab, abra un cuaderno de Jupyter. Para abrir un cuaderno 
nuevo, seleccione el icono de nuevo lanzamiento y, a continuación, seleccione la última versión 
de conda_tensorflow2 en la sección Notebook (Cuaderno).

2. Ejecute el siguiente comando en la primera celda del cuaderno para cambiar al directorio
docker_test_folder:

cd ~/SageMaker/docker_test_folder

Esto devuelve su directorio actual como se indica a continuación:

! pwd

output: /home/ec2-user/SageMaker/docker_test_folder

3. Para crear el contenedor de Docker, ejecute el siguiente comando de compilación de Docker, 
incluyendo el espacio seguido del punto final:

! docker build -t tf-custom-container-test .

El comando de compilación de Docker debe ejecutarse desde el directorio creado, en este caso
docker_test_folder.
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Note

Si aparece el siguiente mensaje de error que indica que Docker no puede encontrar el 
Dockerfile, asegúrese de que el Dockerfile tenga el nombre correcto y se haya guardado 
en el directorio.

unable to prepare context: unable to evaluate symlinks in Dockerfile path:  
lstat /home/ec2-user/SageMaker/docker/Dockerfile: no such file or directory

Recuerde que docker busca un archivo llamado específicamente Dockerfile sin 
ninguna extensión en el directorio actual. Si lo nombró de otra manera, puede pasar 
el nombre de archivo manualmente con la marca -f. Por ejemplo, si asignó el nombre
Dockerfile-text.txt a su Dockerfile, ejecute el siguiente comando:

! docker build -t tf-custom-container-test -f Dockerfile-text.txt .

Paso 4: Probar el contenedor

1. Para probar el contenedor localmente en la instancia de cuaderno, abra un cuaderno de Jupyter. 
Seleccione el icono de nuevo lanzamiento y, a continuación, seleccione la última versión de
conda_tensorflow2 en la sección Notebook (Cuaderno).

2. Pegue el script de ejemplo siguiente en la celda de código de cuaderno para configurar un 
estimador de SageMaker.

import sagemaker
from sagemaker.estimator import Estimator

estimator = Estimator(image_uri='tf-custom-container-test', 
                      role=sagemaker.get_execution_role(), 
                      instance_count=1, 
                      instance_type='local')

estimator.fit()

En el ejemplo de código anterior, sagemaker.get_execution_role() se especifica en 
el argumento role para recuperar automáticamente el rol configurado para la sesión de 
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SageMaker. También puede sustituirlo por el valor de cadena del número de ARN del rol 
de IAM que utilizó al configurar la instancia de cuaderno. El ARN debería tener el aspecto 
siguiente: 'arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-20190429T110788'.

3. Ejecute la celda de código. Esta prueba devuelve la configuración del entorno de capacitación, 
los valores utilizados en las variables de entorno, el origen de los datos y la pérdida y precisión 
obtenidas durante la capacitación.

Paso 5: Insertar el contenedor en Amazon Elastic Container Registry (Amazon ECR)

1. Después de ejecutar correctamente la prueba de modo local, puede insertar el contenedor de 
Docker en Amazon ECR para utilizarlo para ejecutar trabajos de entrenamiento. Si desea utilizar 
un registro privado de Docker en lugar de Amazon ECR, consulte Insertar un contenedor de 
entrenamiento en un registro privado.

Puede ejecutar manualmente comandos de Git como los siguientes en una celda del cuaderno.

%%sh

# Specify an algorithm name
algorithm_name=tf-custom-container-test

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none 
 defined)
region=$(aws configure get region)
region=${region:-us-west-2}

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.

aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 
 2>&1
if [ $? -ne 0 ]
then
aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null
fi

Adaptación del contenedor de entrenamiento propio 5909

https://docs.aws.amazon.com/AmazonECR/latest/userguide/what-is-ecr.html
https://docs.aws.amazon.com/sagemaker/latest/dg/docker-containers-adapt-your-own-private-registry.html
https://docs.aws.amazon.com/sagemaker/latest/dg/docker-containers-adapt-your-own-private-registry.html


Amazon SageMaker Guía para desarrolladores

# Get the login command from ECR and execute it directly

aws ecr get-login-password --region ${region}|docker login --username AWS --
password-stdin ${fullname}

# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

Note

Este script de intérprete de comandos bash puede provocar un problema de permisos 
similar al siguiente mensaje de error:

"denied: User: [ARN] is not authorized to perform: ecr:InitiateLayerUpload 
 on resource:
arn:aws:ecr:us-east-1:[id]:repository/tf-custom-container-test"

Si se produce este error, debe asociar la política
AmazonEC2ContainerRegistryFullAccess a su rol de IAM. Vaya a la consola de IAM, 
seleccione Roles en el panel de navegación izquierdo y busque el IAMrole usado para 
la instancia de cuaderno. En la pestaña Permission (Permiso), pulse el botón Attach 
policies (Asociar políticas) y busque la política AmazonEC2ContainerRegistryFullAccess. 
marque la casilla de verificación de la política y, a continuación, elija Add permissions 
(Añadir permisos) para finalizar.

2. Ejecute el siguiente código en una celda de un cuaderno de Studio para llamar a la imagen de 
Amazon ECR de su contenedor de entrenamiento.

import boto3

account_id = boto3.client('sts').get_caller_identity().get('Account')
ecr_repository = 'tf-custom-container-test'
tag = ':latest'

region = boto3.session.Session().region_name
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uri_suffix = 'amazonaws.com'
if region in ['cn-north-1', 'cn-northwest-1']: 
    uri_suffix = 'amazonaws.com.cn'

byoc_image_uri = '{}.dkr.ecr.{}.{}/{}'.format(account_id, region, uri_suffix, 
 ecr_repository + tag)

byoc_image_uri
# This should return something like
# 111122223333.dkr.ecr.us-east-2.amazonaws.com/sagemaker-byoc-test:latest

3. Utilice la ecr_image obtenida en el paso anterior para configurar un objeto de estimador de 
SageMaker. El siguiente ejemplo de código configura un estimador de SageMaker con e inicia 
un trabajo de byoc_image_uri entrenamiento en una instancia de Amazon EC2.

SageMaker Python SDK v1

import sagemaker
from sagemaker import get_execution_role
from sagemaker.estimator import Estimator

estimator = Estimator(image_uri=byoc_image_uri, 
                      role=get_execution_role(), 
                      base_job_name='tf-custom-container-test-job', 
                      instance_count=1, 
                      instance_type='ml.g4dn.xlarge')

#train your model
estimator.fit()

SageMaker Python SDK v2

import sagemaker
from sagemaker import get_execution_role
from sagemaker.estimator import Estimator

estimator = Estimator(image_uri=byoc_image_uri, 
                      role=get_execution_role(), 
                      base_job_name='tf-custom-container-test-job', 
                      instance_count=1, 
                      instance_type='ml.g4dn.xlarge')
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#train your model
estimator.fit()

4. Si desea implementar el modelo con su propio contenedor, consulte Adaptación del contenedor 
de inferencias propio. También puedes usar un contenedor de marco AWS que pueda 
implementar un modelo de TensorFlow. Para implementar el modelo de ejemplo para leer dígitos 
escritos a mano, introduzca el siguiente script de ejemplo en el mismo cuaderno usado para 
entrenar el modelo en el subpaso anterior para obtener los URI (identificadores universales de 
recursos) de imagen necesarios para la implementación e implemente el modelo.

import boto3
import sagemaker

#obtain image uris
from sagemaker import image_uris
container = image_uris.retrieve(framework='tensorflow',region='us-
west-2',version='2.11.0', 
                    image_scope='inference',instance_type='ml.g4dn.xlarge')

#create the model entity, endpoint configuration and endpoint
predictor = estimator.deploy(1,instance_type='ml.g4dn.xlarge',image_uri=container)

Pruebe el modelo con un ejemplo de dígito manuscrito del conjunto de datos MNIST mediante el 
siguiente ejemplo de código.

#Retrieve an example test dataset to test
import numpy as np
import matplotlib.pyplot as plt
from keras.datasets import mnist

# Load the MNIST dataset and split it into training and testing sets
(x_train, y_train), (x_test, y_test) = mnist.load_data()
# Select a random example from the training set
example_index = np.random.randint(0, x_train.shape[0])
example_image = x_train[example_index]
example_label = y_train[example_index]

# Print the label and show the image
print(f"Label: {example_label}")
plt.imshow(example_image, cmap='gray')
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plt.show()

Convierta el dígito escrito a mano de la prueba en un formato que TensorFlow pueda asimilar y 
hacer una predicción de prueba.

from sagemaker.serializers import JSONSerializer
data = {"instances": example_image.tolist()}
predictor.serializer=JSONSerializer() #update the predictor to use the 
 JSONSerializer
predictor.predict(data) #make the prediction

Para ver un ejemplo completo que muestra cómo probar un contenedor personalizado localmente 
y enviarlo a una imagen de Amazon ECR, consulte el cuaderno de ejemplo Building Your Own 
TensorFlow Container.

Tip

Para perfilar y depurar los trabajos de entrenamiento a fin de supervisar los problemas de 
uso del sistema (como los cuellos de botella de la CPU y la infrautilización de la GPU) e 
identificar los problemas de entrenamiento (como el sobreajuste, el sobreentrenamiento, la 
explosión de los tensores y la desaparición de los gradientes), utilice Depurador de Amazon 
SageMaker. Para obtener más información, consulte Uso del depurador con contenedores de 
entrenamiento personalizados.

Paso 6: Eliminar recursos

Para limpiar los recursos una vez que haya terminado con el ejemplo de inicio

1. Abra la consola de SageMaker, seleccione la instancia de cuaderno
RunScriptNotebookInstance, elija Actions (Acciones) y elija Stop (Detener). Puede que 
transcurran unos minutos hasta que la instancia se detenga.

2. Cuando State (Estado) de la instancia cambie a Stopped (Detenida), elija Actions (Acciones), 
elija Delete (Eliminar) y, a continuación, elija Delete (Eliminar) en el cuadro de diálogo. Puede 
que transcurran unos minutos hasta que la instancia se elimine. La instancia del cuaderno 
desaparece de la tabla cuando se elimina.
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3. Abra la consola de Amazon S3 y elimine el bucket que creó para almacenar los artefactos del 
modelo y los conjuntos de datos de entrenamiento.

4. Abra la consola de IAM y elimine el rol de IAM. Si ha creado políticas de permisos, puede 
eliminarlas también.

Note

El contenedor de Docker se cierra automáticamente después de que se haya ejecutado. 
No es necesario eliminarlo.

Blogs y casos prácticos

En los siguientes blogs se analizan casos prácticos sobre el uso de contenedores de entrenamiento 
personalizados en Amazon SageMaker.

• Why bring your own container to Amazon SageMaker and how to do it right, Medium (20 de enero 
de 2023)

Adaptar el trabajo de entrenamiento para acceder a las imágenes de un registro 
privado de Docker

Puede utilizar un registro privado de Docker en lugar de un registro de Amazon Elastic Container 
Registry (Amazon ECR) para alojar sus imágenes para el entrenamiento de SageMaker. En las 
siguientes instrucciones se muestra cómo crear un registro de Docker, configurar su nube privada 
virtual (VPC) y el trabajo de entrenamiento, almacenar imágenes y dar a SageMaker acceso a 
la imagen de entrenamiento en el registro de Docker privado. En estas instrucciones también 
se muestra cómo utilizar un registro de Docker que requiere autenticación para un trabajo de 
entrenamiento de SageMaker.

Crear y almacenar imágenes en un registro privado de Docker

Cree un registro privado de Docker para almacenar las imágenes. Su registro debe:

• utilizar el protocolo Docker Registry HTTP API

• ser accesible desde la misma VPC especificada en el parámetro VPCConfig de la API
CreateTrainingJob. Introdúzcala VpcConfig cuando cree su trabajo de entrenamiento.

• protegerse con un certificado TLS de una autoridad de certificación pública conocida.
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Para obtener más información sobre la creación de un registro de Docker, consulte Implementar un 
servidor de registro.

Configurar el trabajo de entrenamiento de VPC y SageMaker

Sagemaker utiliza una conexión de red dentro de la VPC para acceder a las imágenes de su registro 
de Docker. Para utilizar las imágenes de su registro de Docker con fines de entrenamiento, debe 
poder acceder al registro desde una VPC de Amazon de su cuenta. Para obtener más información, 
consulte Utilizar un registro de Docker que requiera autenticación para el entrenamiento.

También debe configurar su trabajo de entrenamiento para conectarse a la misma VPC a la que 
tiene acceso su registro de Docker. Para obtener más información, consulte Configurar un trabajo de 
entrenamiento para Amazon VPC Access.

Crear un trabajo de entrenamiento con una imagen del registro privado de Docker

Para usar una imagen de su registro privado de Docker con fines de entrenamiento, utilice la 
siguiente guía para configurar su imagen, as´çi como configurar y crear un trabajo de entrenamiento. 
Los ejemplos de código que aparecen a continuación utilizan el cliente AWS SDK for Python (Boto3).

1. Cree un objeto de configuración de imagen de entrenamiento e introduzca Vpc en el campo
TrainingRepositoryAccessMode de la siguiente manera.

training_image_config = { 
    'TrainingRepositoryAccessMode': 'Vpc'
}                        

Note

Si su registro privado de Docker requiere autenticación, debe añadir un objeto
TrainingRepositoryAuthConfig al objeto de configuración de la imagen de 
entrenamiento. También debe especificar el nombre de recurso de Amazon (ARN) 
de una función AWS Lambda que proporcione credenciales de acceso a SageMaker 
mediante el campo TrainingRepositoryCredentialsProviderArn del objeto
TrainingRepositoryAuthConfig. Para obtener más información, consulte la 
estructura del código de ejemplo que se incluye a continuación.

training_image_config = { 
   'TrainingRepositoryAccessMode': 'Vpc', 
   'TrainingRepositoryAuthConfig': { 
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        'TrainingRepositoryCredentialsProviderArn': 
 'arn:aws:lambda:Region:Acct:function:FunctionName' 
   }
}                             

Para obtener información acerca de cómo crear la función de Lambda para proporcionar 
autenticación, consulte Utilizar un registro de Docker que requiera autenticación para el 
entrenamiento.

2. Utilice un cliente Boto3 para crear un trabajo de entrenamiento y pase la configuración correcta 
a la API create_training_job. En las siguientes instrucciones se muestra cómo configurar los 
componentes y crear un trabajo de entrenamiento.

a. Cree el objeto AlgorithmSpecification que desea pasar a create_training_job. 
Utilice el objeto de configuración de imagen de entrenamiento que creó en el paso anterior, tal y 
como se muestra en el siguiente ejemplo de código.

algorithm_specification = { 
   'TrainingImage': 'myteam.myorg.com/docker-local/my-training-image:<IMAGE-TAG>', 
   'TrainingImageConfig': training_image_config, 
   'TrainingInputMode': 'File'
}                                 

Note

Para utilizar una versión fija de una imagen en lugar de una versión actualizada, 
consulte el resumen de la imagen en lugar de utilizar el nombre o la etiqueta.

b. Especifique el nombre del puesto de entrenamiento y el rol que desea pasar a
create_training_job, tal y como se muestra en el siguiente ejemplo de código.

training_job_name = 'private-registry-job'
execution_role_arn = 'arn:aws:iam::123456789012:role/SageMakerExecutionRole'

c. Especifique un grupo de seguridad y una subred para la configuración de VPC para su trabajo 
de entrenamiento. Su registro privado de Docker debe permitir el tráfico entrante de los grupos 
de seguridad que especifique, como se muestra en el siguiente ejemplo de código.

vpc_config = { 
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    'SecurityGroupIds': ['sg-0123456789abcdef0'], 
    'Subnets': ['subnet-0123456789abcdef0','subnet-0123456789abcdef1']
}

Note

Si su subred no está en la misma VPC que su registro privado de Docker, debe 
configurar una conexión de red entre las dos VPC. Consulte Conexión de VPC con
interconexión de VPC para más información.

d. Especifique la configuración de los recursos, incluidas las instancias de computación de 
machine learning y los volúmenes de almacenamiento, que se utilizarán para el entrenamiento, 
como se muestra en el siguiente ejemplo de código.

resource_config = { 
    'InstanceType': 'ml.m4.xlarge', 
    'InstanceCount': 1, 
    'VolumeSizeInGB': 10,
}

e. Especifique la configuración de los datos de entrada y salida, dónde se almacena el conjunto 
de datos de entrenamiento y dónde desea almacenar los artefactos del modelo, como se 
muestra en el siguiente ejemplo de código.

input_data_config = [ 
    { 
        "ChannelName": "training", 
        "DataSource": 
        { 
            "S3DataSource": 
            { 
                "S3DataDistributionType": "FullyReplicated", 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://your-training-data-bucket/training-data-folder" 
            } 
        } 
    }
]

output_data_config = { 
    'S3OutputPath': 's3://your-output-data-bucket/model-folder'
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}

f. Especifique el número máximo de segundos que puede ejecutar un trabajo de entrenamiento 
de modelos, como se muestra en el siguiente ejemplo de código.

stopping_condition = { 
    'MaxRuntimeInSeconds': 1800
}

g. Por último, cree el trabajo de entrenamiento con los parámetros que especificó en los pasos 
anteriores, tal y como se muestra en el siguiente ejemplo de código.

import boto3
sm = boto3.client('sagemaker')
try: 
    resp = sm.create_training_job( 
        TrainingJobName=training_job_name, 
        AlgorithmSpecification=algorithm_specification, 
        RoleArn=execution_role_arn, 
        InputDataConfig=input_data_config, 
        OutputDataConfig=output_data_config, 
        ResourceConfig=resource_config, 
        VpcConfig=vpc_config, 
        StoppingCondition=stopping_condition 
    )
except Exception as e: 
    print(f'error calling CreateTrainingJob operation: {e}')
else: 
    print(resp)

Utilizar un estimador de SageMaker para ejecutar un trabajo de entrenamiento

También puede utilizar un estimador de SageMaker Python SDK para gestionar la configuración y la 
ejecución de su trabajo de entrenamiento de SageMaker. En los siguientes ejemplos de código, se 
muestra cómo configurar y ejecutar un estimador con imágenes de un registro privado de Docker.

1. Importe las bibliotecas y dependencias necesarias, tal y como se muestra en el siguiente ejemplo 
de código.

import boto3
import sagemaker
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from sagemaker.estimator import Estimator

session = sagemaker.Session()

role = sagemaker.get_execution_role()

2. Proporcione un identificador uniforme de recursos (URI) a su imagen de entrenamiento, grupos de 
seguridad y subredes para la configuración de VPC para su trabajo de entrenamiento, como se 
muestra en el siguiente ejemplo de código.

image_uri = "myteam.myorg.com/docker-local/my-training-image:<IMAGE-TAG>"

security_groups = ["sg-0123456789abcdef0"]
subnets = ["subnet-0123456789abcdef0", "subnet-0123456789abcdef0"]

Para obtener más información sobre security_group_ids y subnets, consulte la descripción 
del parámetro correspondiente en la sección Estimadores del SageMaker Python SDK.

Note

Sagemaker utiliza una conexión de red dentro de la VPC para acceder a las imágenes de 
su registro de Docker. Para utilizar las imágenes de su registro de Docker con fines de 
entrenamiento, debe poder acceder al registro desde una VPC de Amazon de su cuenta.

3. Opcionalmente, si su registro de Docker requiere autenticación, también debe especificar el 
Nombre de recurso de Amazon (ARN) de una función AWS Lambda que proporcione credenciales 
de acceso a SageMaker. En el siguiente ejemplo, se muestra cómo especificar el ARN.

training_repository_credentials_provider_arn = "arn:aws:lambda:us-
west-2:1234567890:function:test"

Para obtener más información sobre el uso de imágenes en un registro de Docker que requiera 
autenticación, consulte Uso de un registro de Docker que requiera autenticación con fines de 
entrenamiento, a continuación.

4. Use los ejemplos de código de los pasos anteriores para configurar un estimador, como se 
muestra en el siguiente ejemplo de código.

# The training repository access mode must be 'Vpc' for private docker registry jobs  
training_repository_access_mode = "Vpc"
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# Specify the instance type, instance count you want to use
instance_type="ml.m5.xlarge"
instance_count=1

# Specify the maximum number of seconds that a model training job can run
max_run_time = 1800

# Specify the output path for the model artifacts
output_path = "s3://your-output-bucket/your-output-path"

estimator = Estimator( 
    image_uri=image_uri, 
    role=role, 
    subnets=subnets, 
    security_group_ids=security_groups, 
    training_repository_access_mode=training_repository_access_mode, 
    
 training_repository_credentials_provider_arn=training_repository_credentials_provider_arn, 
  # remove this line if auth is not needed 
    instance_type=instance_type, 
    instance_count=instance_count, 
    output_path=output_path, 
    max_run=max_run_time
)

5. Comience su trabajo de entrenamiento llamando a estimator.fit con el nombre del trabajo y 
la ruta de entrada como parámetros, tal y como se muestra en el siguiente ejemplo de código.

input_path = "s3://your-input-bucket/your-input-path"
job_name = "your-job-name"

estimator.fit( 
    inputs=input_path, 
    job_name=job_name
)

Utilizar un registro de Docker que requiera autenticación para el entrenamiento

Si su registro de Docker requiere autenticación, debe crear una función AWS Lambda que 
proporcione credenciales de acceso a SageMaker. A continuación, cree un trabajo de entrenamiento 
y proporcione el ARN de esta función de Lambda dentro de la API create_training_job. Por último, 
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si lo desea, puede crear un punto de conexión de VPC de interfaz para que su VPC pueda 
comunicarse con su función de Lambda sin enviar tráfico a través de Internet. En la siguiente guía 
se muestra cómo crear una función de Lambda, asignarle la función correcta y crear un punto de 
conexión de VPC de interfaz.

Crear la función de Lambda

Cree una función AWS Lambda que pase las credenciales de acceso a SageMaker y devuelva una 
respuesta. En el siguiente ejemplo de código se crea el controlador de funciones de Lambda, de la 
siguiente manera.

def handler(event, context): 
   response = { 
      "Credentials": {"Username": "username", "Password": "password"} 
   } 
   return response

El tipo de autenticación utilizado para configurar el registro privado de Docker determina el contenido 
de la respuesta que devuelve la función de Lambda como se muestra a continuación.

• Si su registro privado de Docker utiliza la autenticación básica, la función de Lambda devolverá el 
nombre de usuario y la contraseña necesarios para autenticarse en el registro.

• Si su registro privado de Docker utiliza la autenticación por token de portador, el nombre de 
usuario y la contraseña se envían a su servidor de autorización, que luego devuelve un token de 
portador. Luego, este token se usa para autenticarse en su registro privado de Docker.

Note

Si tiene más de una función de Lambda para sus registros en la misma cuenta y el rol de 
ejecución es el mismo para sus trabajos de entrenamiento, los trabajos de entrenamiento 
para el registro uno tendrían acceso a las funciones de Lambda de los demás registros.

Conceda el permiso de rol correcto a la función de Lambda.

El IAMrole que utilice en la API create_training_job debe tener permiso para llamar a una 
función AWS Lambda. En el siguiente ejemplo de código, se muestra cómo asociar una política de 
un rol de IAM para llamar a myLambdaFunction.
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{ 
    "Effect": "Allow", 
    "Action": [ 
        "lambda:InvokeFunction" 
    ], 
    "Resource": [ 
        "arn:aws:lambda:*:*:function:*myLambdaFunction*" 
    ]
}

Para obtener más información acerca de cómo editar la política de permisos de un rol, consulte
Modificación de una política de permisos de rol (consola) en la Guía del usuario deAWS Identity and 
Access Management.

Note

Un rol de IAM con una política administrada AmazonSageMakerFullAccess asignada tiene 
permiso para llamar a cualquier función de Lambda que tenga “SageMaker” en su nombre.

Crear un punto de conexión de VPC de la interfaz para Lambda

Si crea un punto de conexión de interfaz, su VPC de Amazon puede comunicarse con su función 
de Lambda sin enviar tráfico a través de Internet. Para obtener más información, consulte
Configuración de puntos de conexión de VPC de interfaz para Lambda en la AWS LambdaGuía para 
desarrolladores.

Una vez creado el punto de conexión de la interfaz, el entrenamiento de SageMaker llamará a la 
función de Lambda enviando una solicitud a través de la VPC a. lambda.region.amazonaws.com
Si selecciona Enable DNS Name (Habilitar nombre de DNS) al crear el punto de conexión de la 
interfaz, Amazon Route 53 dirige la llamada al punto de conexión de la interfaz de Lambda. Si utiliza 
un proveedor de DNS diferente, debe asignar lambda.region.amazonaws.com al punto de 
conexión de la interfaz de Lambda.

Adaptación del contenedor de inferencias propio

Si no puedes usar ninguna de las imágenes que aparecen en Usa imágenes de Docker 
prediseñadas SageMaker  Amazon SageMaker para tu caso de uso, puedes crear tu propio 
contenedor de Docker y usarlo dentro SageMaker para entrenamiento e inferencias. Para que sea 
compatible con SageMaker, tu contenedor debe tener las siguientes características:
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• Su contenedor debe tener una lista de servidores web en el puerto8080.

• Su contenedor debe aceptar POST las solicitudes dirigidas a los puntos finales /invocations y 
a los puntos finales /ping en tiempo real. Las solicitudes que envíe a estos puntos de conexión 
deben devolverse en un plazo de 60 segundos y tener un tamaño máximo de 6 MB.

Para obtener más información y un ejemplo de cómo crear su propio contenedor de Docker para el 
entrenamiento y la inferencia SageMaker, consulte Cómo crear su propio contenedor de algoritmos.

La siguiente guía muestra cómo usar un JupyterLab espacio con Amazon SageMaker Studio 
Classic para adaptar un contenedor de inferencias para que funcione con el SageMaker alojamiento. 
En el ejemplo se utiliza un servidor NGINX web, Gunicorn como interfaz de puerta de enlace de 
servidor web y Flask como marco de aplicación web. Python Puede usar diferentes aplicaciones 
para adaptar su contenedor siempre que cumpla con los requisitos enumerados anteriormente. Para 
obtener más información sobre el uso de su propio código de inferencia, consulteUso de su propio 
código de inferencia con servicios de alojamiento.

Adapte su contenedor de inferencias

Siga los siguientes pasos para adaptar su propio contenedor de inferencias para que funcione con 
SageMaker el alojamiento. El ejemplo que se muestra en los pasos siguientes utiliza un modelo de 
reconocimiento de entidades nombradas (NER) previamente entrenado que utiliza la biblioteca de 
procesamiento del lenguaje natural (NLP) SpACy para Python lo siguiente:

• A Dockerfile para construir el contenedor que contiene el modelo. NER

• Secuencias de comandos de inferencia para servir al NER modelo.

Si adapta este ejemplo a su caso de uso, debe usar los scripts de inferencia a Dockerfile y los 
necesarios para implementar y servir su modelo.

1. Crea JupyterLab espacio con Amazon SageMaker Studio Classic (opcional).

Puede usar cualquier bloc de notas para ejecutar scripts y adaptar su contenedor de inferencias 
con el SageMaker alojamiento. En este ejemplo, se muestra cómo utilizar un JupyterLab espacio 
de Amazon SageMaker Studio Classic para lanzar una JupyterLab aplicación que incluye 
una imagen SageMaker de distribución. Para obtener más información, consulte SageMaker 
JupyterLab.

2. Cargue un Docker archivo y haga una inferencia de scripts.
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1. Cree una nueva carpeta en su directorio principal. Si lo estás utilizandoJupyterLab, en la 
esquina superior izquierda, selecciona el icono de nueva carpeta e introduce un nombre 
de carpeta en el que aparezca la tuya. Dockerfile En este ejemplo, se llama a la carpeta.
docker_test_folder

2. Sube un archivo de Dockerfile texto a tu nueva carpeta. A continuación se muestra un 
ejemplo en el Dockerfile que se crea un Docker contenedor con un modelo de reconocimiento 
de entidades nombradas (NER) previamente entrenado de SpACy, con las aplicaciones y 
variables de entorno necesarias para ejecutar el ejemplo:

FROM python:3.8

RUN apt-get -y update && apt-get install -y --no-install-recommends \ 
         wget \ 
         python3 \ 
         nginx \ 
         ca-certificates \ 
    && rm -rf /var/lib/apt/lists/*

RUN wget https://bootstrap.pypa.io/get-pip.py && python3 get-pip.py && \ 
    pip install flask gevent gunicorn && \ 
        rm -rf /root/.cache

#pre-trained model package installation
RUN pip install spacy
RUN python -m spacy download en

# Set environment variables
ENV PYTHONUNBUFFERED=TRUE
ENV PYTHONDONTWRITEBYTECODE=TRUE
ENV PATH="/opt/program:${PATH}"

COPY NER /opt/program
WORKDIR /opt/program

En el ejemplo de código anterior, la variable de entorno PYTHONUNBUFFERED Python evita 
almacenar en búfer el flujo de salida estándar, lo que permite una entrega más rápida de los 
registros al usuario. La variable de entorno PYTHONDONTWRITEBYTECODE Python impide 
escribir .pyc archivos de código de bytes compilados, lo que no es necesario en este caso 
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de uso. La variable de entorno PATH se utiliza para identificar la ubicación de los serve
programas train y cuando se invoca el contenedor.

3. Cree un nuevo directorio dentro de la nueva carpeta para contener los scripts que sirvan para 
su modelo. En este ejemplo se utiliza un directorio llamadoNER, que contiene los siguientes 
scripts necesarios para ejecutar este ejemplo:

• predictor.py— Un Python script que contiene la lógica necesaria para cargar y realizar 
inferencias con el modelo.

• nginx.conf— Un script para configurar un servidor web.

• serve— Un script que inicia un servidor de inferencias.

• wsgi.py— Un script auxiliar para servir a un modelo.

Important

Si copia los scripts de inferencia en un cuaderno que termina en .ipynb y les cambia 
el nombre, es posible que el script contenga caracteres de formato que impidan que 
el dispositivo de punto final se despliegue. En su lugar, cree un archivo de texto y 
cámbiele el nombre.

4. Cargue un script para que su modelo esté disponible para su inferencia. El siguiente es un 
ejemplo de un script denominado predictor.py que se utiliza Flask para proporcionar los 
puntos /invocations finales /ping y:

from flask import Flask
import flask
import spacy
import os
import json
import logging

#Load in model
nlp = spacy.load('en_core_web_sm')  
#If you plan to use a your own model artifacts,  
#your model artifacts should be stored in /opt/ml/model/  

# The flask app for serving predictions
app = Flask(__name__)
@app.route('/ping', methods=['GET'])
def ping(): 
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    # Check if the classifier was loaded correctly 
    health = nlp is not None 
    status = 200 if health else 404 
    return flask.Response(response= '\n', status=status, mimetype='application/
json')

@app.route('/invocations', methods=['POST'])
def transformation(): 
     
    #Process input 
    input_json = flask.request.get_json() 
    resp = input_json['input'] 
     
    #NER 
    doc = nlp(resp) 
    entities = [(X.text, X.label_) for X in doc.ents] 

    # Transform predictions to JSON 
    result = { 
        'output': entities 
        } 

    resultjson = json.dumps(result) 
    return flask.Response(response=resultjson, status=200, mimetype='application/
json')

El /ping punto final del ejemplo de script anterior devuelve un código de estado que 200
indica si el modelo se ha cargado correctamente y 404 si se ha cargado de forma incorrecta. 
El /invocations punto final procesa una solicitud formateadaJSON, extrae el campo de 
entrada y utiliza el NER modelo para identificar y almacenar las entidades en las entidades 
variables. La Flask aplicación devuelve la respuesta que contiene estas entidades. Para 
obtener más información sobre estas solicitudes de estado obligatorias, consulteCómo debe 
responder su contenedor a las solicitudes de comprobación de estado (ping).

5. Cargue un script para iniciar un servidor de inferencias. En el siguiente ejemplo de secuencia 
de comandos, Gunicorn se serve utiliza como servidor de aplicaciones y Nginx como 
servidor web:

#!/usr/bin/env python
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# This file implements the scoring service shell. You don't necessarily need to 
 modify it for various
# algorithms. It starts nginx and gunicorn with the correct configurations and 
 then simply waits until
# gunicorn exits.
#
# The flask server is specified to be the app object in wsgi.py
#
# We set the following parameters:
#
# Parameter                Environment Variable              Default Value
# ---------                --------------------              -------------
# number of workers        MODEL_SERVER_WORKERS              the number of CPU 
 cores
# timeout                  MODEL_SERVER_TIMEOUT              60 seconds

import multiprocessing
import os
import signal
import subprocess
import sys

cpu_count = multiprocessing.cpu_count()

model_server_timeout = os.environ.get('MODEL_SERVER_TIMEOUT', 60)
model_server_workers = int(os.environ.get('MODEL_SERVER_WORKERS', cpu_count))

def sigterm_handler(nginx_pid, gunicorn_pid): 
    try: 
        os.kill(nginx_pid, signal.SIGQUIT) 
    except OSError: 
        pass 
    try: 
        os.kill(gunicorn_pid, signal.SIGTERM) 
    except OSError: 
        pass 

    sys.exit(0)

def start_server(): 
    print('Starting the inference server with {} 
 workers.'.format(model_server_workers)) 
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    # link the log streams to stdout/err so they will be logged to the container 
 logs 
    subprocess.check_call(['ln', '-sf', '/dev/stdout', '/var/log/nginx/
access.log']) 
    subprocess.check_call(['ln', '-sf', '/dev/stderr', '/var/log/nginx/
error.log']) 

    nginx = subprocess.Popen(['nginx', '-c', '/opt/program/nginx.conf']) 
    gunicorn = subprocess.Popen(['gunicorn', 
                                 '--timeout', str(model_server_timeout), 
                                 '-k', 'sync', 
                                 '-b', 'unix:/tmp/gunicorn.sock', 
                                 '-w', str(model_server_workers), 
                                 'wsgi:app']) 

    signal.signal(signal.SIGTERM, lambda a, b: sigterm_handler(nginx.pid, 
 gunicorn.pid)) 

    # Exit the inference server upon exit of either subprocess 
    pids = set([nginx.pid, gunicorn.pid]) 
    while True: 
        pid, _ = os.wait() 
        if pid in pids: 
            break 

    sigterm_handler(nginx.pid, gunicorn.pid) 
    print('Inference server exiting')

# The main routine to invoke the start function.

if __name__ == '__main__': 
    start_server()

El ejemplo de script anterior define una función de tratamiento de 
señalessigterm_handler, que cierra los subprocesos Nginx y Gunicorn subprocesos 
cuando recibe una señal. SIGTERM Una start_server función inicia el controlador de 
señales, inicia y monitorea los Gunicorn subprocesos y, además, Nginx captura los flujos de 
registro.

6. Cargue un script para configurar su servidor web. El siguiente ejemplo de scriptnginx.conf, 
denominado, configura un servidor Nginx web Gunicorn como servidor de aplicaciones para 
servir su modelo a efectos de inferencia:
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worker_processes 1;
daemon off; # Prevent forking

pid /tmp/nginx.pid;
error_log /var/log/nginx/error.log;

events { 
  # defaults
}

http { 
  include /etc/nginx/mime.types; 
  default_type application/octet-stream; 
  access_log /var/log/nginx/access.log combined; 
   
  upstream gunicorn { 
    server unix:/tmp/gunicorn.sock; 
  } 

  server { 
    listen 8080 deferred; 
    client_max_body_size 5m; 

    keepalive_timeout 5; 
    proxy_read_timeout 1200s; 

    location ~ ^/(ping|invocations) { 
      proxy_set_header X-Forwarded-For $proxy_add_x_forwarded_for; 
      proxy_set_header Host $http_host; 
      proxy_redirect off; 
      proxy_pass http://gunicorn; 
    } 

    location / { 
      return 404 "{}"; 
    } 
  }
}

El ejemplo de script anterior se configura Nginx para ejecutarse en primer plano, establece la 
ubicación para capturar el error_log y se define upstream como el socket Gunicorn del 
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servidor. El servidor configura el bloque de servidores para que escuche en el puerto8080, 
establece límites en el tamaño del cuerpo de la solicitud del cliente y en los valores de tiempo 
de espera. El bloque del servidor reenvía las solicitudes que contienen una /ping o varias
/invocations rutas al Gunicorn server http://gunicorn mismo y devuelve un 404
error para las demás rutas.

7. Cargue cualquier otro script necesario para servir a su modelo. Este ejemplo necesita que 
se llame al siguiente script de ejemplo wsgi.py para ayudarle a Gunicorn encontrar la 
aplicación:

import predictor as myapp

# This is just a simple wrapper for gunicorn to find your app.
# If you want to change the algorithm file, simply change "predictor" above to 
 the
# new file.

app = myapp.app

Desde la carpetadocker_test_folder, la estructura de directorios debe contener a 
Dockerfile y la carpetaNER. La NER carpeta debe contener los archivosnginx.conf,
predictor.pyserve, y de la wsgi.py siguiente manera:

3. Construye tu propio contenedor.

Desde la carpetadocker_test_folder, crea tu Docker contenedor. El siguiente comando de 
ejemplo construirá el Docker contenedor que está configurado en suDockerfile:

! docker build -t byo-container-test .
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El comando anterior construirá un contenedor llamado byo-container-test en el directorio 
de trabajo actual. Para obtener más información sobre los parámetros de Docker compilación, 
consulte Build arguments.

Note

Si aparece el siguiente mensaje de error y Docker no lo encuentraDockerfile, asegúrese 
de que Dockerfile tiene el nombre correcto y de que se ha guardado en el directorio.

unable to prepare context: unable to evaluate symlinks in Dockerfile path:
lstat /home/ec2-user/SageMaker/docker_test_folder/Dockerfile: no such file 
 or directory

Dockerbusca un archivo llamado específicamente Dockerfile sin ninguna extensión en 
el directorio actual. Si le has puesto otro nombre, puedes pasar el nombre del archivo 
manualmente con la marca -f. Por ejemplo, si le has puesto un nombre Dockerfile 
comoDockerfile-text.txt, crea el Docker contenedor con la -f marca seguida del archivo, 
de la siguiente manera:

! docker build -t byo-container-test -f Dockerfile-text.txt .

4. Envía tu Docker imagen a un Amazon Elastic Container Registry (Amazon ECR)

En la celda de una libreta, coloca Docker la imagen en un ECR. El siguiente ejemplo de código 
muestra cómo crear un contenedor localmente, iniciar sesión y enviarlo a un ECR:

%%sh
# Name of algo -> ECR
algorithm_name=sm-pretrained-spacy

#make serve executable
chmod +x NER/serve
account=$(aws sts get-caller-identity --query Account --output text)
# Region, defaults to us-west-2
region=$(aws configure get region)
region=${region:-us-east-1}
fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"
# If the repository doesn't exist in ECR, create it.
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aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 
 2>&1
if [ $? -ne 0 ]
then 
    aws ecr create-repository --repository-name "${algorithm_name}" > /dev/nullfi
# Get the login command from ECR and execute it directly
aws ecr get-login-password --region ${region}|docker login --username AWS --
password-stdin ${fullname}
# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build  -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

En el ejemplo anterior, se muestra cómo realizar los siguientes pasos necesarios para enviar el 
contenedor de Docker de ejemplo a un ECR:

a. Defina el nombre del algoritmo como. sm-pretrained-spacy

b. Haga que el serve archivo dentro de la NER carpeta sea ejecutable.

c. Configure elRegión de AWS.

d. Cree un ECR si aún no existe.

e. Inicie sesión en el ECR.

f. Construya el Docker contenedor localmente.

g. Inserte la Docker imagen en el ECR.

5. Configure el cliente SageMaker

Si desea utilizar los servicios de SageMaker alojamiento para realizar inferencias, debe crear un 
modelo, crear una configuración de punto final y crear un punto final. Para obtener inferencias 
de su punto final, puede usar el cliente SageMaker boto3 Runtime para invocar su punto final. El 
siguiente código muestra cómo configurar tanto el SageMaker cliente como el cliente SageMaker 
Runtime mediante el cliente SageMaker boto3:

import boto3
from sagemaker import get_execution_role

sm_client = boto3.client(service_name='sagemaker')
runtime_sm_client = boto3.client(service_name='sagemaker-runtime')
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account_id = boto3.client('sts').get_caller_identity()['Account']
region = boto3.Session().region_name

#used to store model artifacts which SageMaker will extract to /opt/ml/model in the 
 container,  
#in this example case we will not be making use of S3 to store the model artifacts
#s3_bucket = '<S3Bucket>'

role = get_execution_role()

En el ejemplo de código anterior, el bucket de Amazon S3 no se utiliza, sino que se inserta como 
un comentario para mostrar cómo almacenar los artefactos del modelo.

Si recibe un error de permisos después de ejecutar el ejemplo de código anterior, es posible que 
tenga que añadir permisos a su función de IAM. Para más información acerca de los roles de 
IAM, consulte Gestor de SageMaker funciones de Amazon. Para obtener más información sobre 
cómo añadir permisos a su función actual, consulteAWSPolíticas gestionadas para Amazon 
SageMaker.

6. Cree su modelo.

Si desea utilizar los servicios de SageMaker alojamiento para realizar inferencias, debe crear 
un modelo en SageMaker. El siguiente ejemplo de código muestra cómo crear el spaCy NER 
modelo dentro de SageMaker:

from time import gmtime, strftime

model_name = 'spacy-nermodel-' + strftime("%Y-%m-%d-%H-%M-%S", gmtime())
# MODEL S3 URL containing model atrifacts as either model.tar.gz or extracted 
 artifacts.  
# Here we are not   
#model_url = 's3://{}/spacy/'.format(s3_bucket)  

container = '{}.dkr.ecr.{}.amazonaws.com/sm-pretrained-
spacy:latest'.format(account_id, region)
instance_type = 'ml.c5d.18xlarge'

print('Model name: ' + model_name)
#print('Model data Url: ' + model_url)
print('Container image: ' + container)
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container = {
'Image': container
}

create_model_response = sm_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = role, 
    Containers = [container])

print("Model Arn: " + create_model_response['ModelArn'])

El ejemplo de código anterior muestra cómo definir un model_url uso s3_bucket del bucket 
de Amazon S3 de los comentarios del paso 5 y define el URI de ECR para la imagen del 
contenedor. En los ejemplos de código anteriores, ml.c5d.18xlarge se define como el tipo de 
instancia. También puedes elegir un tipo de instancia diferente. Para obtener más información 
sobre los tipos de instancias disponibles, consulte Tipos de instancias de Amazon EC2.

En el ejemplo de código anterior, The Image key apunta al URI de la imagen del contenedor. 
La create_model_response definición utiliza el create_model method para crear un 
modelo y devuelve el nombre del modelo, la función y una lista que contiene la información del 
contenedor.

A continuación, se muestra un ejemplo de salida del script anterior:

Model name: spacy-nermodel-YYYY-MM-DD-HH-MM-SS
Model data Url: s3://spacy-sagemaker-us-east-1-bucket/spacy/
Container image: 123456789012.dkr.ecr.us-east-2.amazonaws.com/sm-pretrained-
spacy:latest
Model Arn: arn:aws:sagemaker:us-east-2:123456789012:model/spacy-nermodel-YYYY-MM-
DD-HH-MM-SS

7. a. Configuración y creación de un punto de conexión

Para utilizar el SageMaker alojamiento como inferencia, también debe configurar y crear un 
punto final. SageMaker utilizará este punto final para la inferencia. El siguiente ejemplo de 
configuración muestra cómo generar y configurar un punto final con el tipo de instancia y el 
nombre de modelo que definió anteriormente:

endpoint_config_name = 'spacy-ner-config' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
print('Endpoint config name: ' + endpoint_config_name)
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create_endpoint_config_response = sm_client.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name, 
    ProductionVariants=[{ 
        'InstanceType': instance_type, 
        'InitialInstanceCount': 1, 
        'InitialVariantWeight': 1, 
        'ModelName': model_name, 
        'VariantName': 'AllTraffic'}]) 
         
print("Endpoint config Arn: " + 
 create_endpoint_config_response['EndpointConfigArn'])

En el ejemplo de configuración anterior, create_endpoint_config_response asocie el
model_name a un nombre de configuración de punto final único endpoint_config_name
que se crea con una marca de tiempo.

A continuación, se muestra un ejemplo de resultado del script anterior:

Endpoint config name: spacy-ner-configYYYY-MM-DD-HH-MM-SS
Endpoint config Arn: arn:aws:sagemaker:us-east-2:123456789012:endpoint-config/
spacy-ner-config-MM-DD-HH-MM-SS

Para obtener más información sobre los errores de punto de conexión, consulte ¿Por qué mi 
SageMaker punto de enlace de Amazon pasa al estado de error cuando creo o actualizo un 
punto de conexión?

b. Cree un punto final y espere a que esté en servicio.

El siguiente ejemplo de código crea el punto final con la configuración del ejemplo de 
configuración anterior e implementa el modelo:

%%time

import time

endpoint_name = 'spacy-ner-endpoint' + strftime("%Y-%m-%d-%H-%M-%S", gmtime())
print('Endpoint name: ' + endpoint_name)

create_endpoint_response = sm_client.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name)
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print('Endpoint Arn: ' + create_endpoint_response['EndpointArn'])

resp = sm_client.describe_endpoint(EndpointName=endpoint_name)
status = resp['EndpointStatus']
print("Endpoint Status: " + status)

print('Waiting for {} endpoint to be in service...'.format(endpoint_name))
waiter = sm_client.get_waiter('endpoint_in_service')
waiter.wait(EndpointName=endpoint_name)

En el ejemplo de código anterior, el create_endpoint método crea el punto final con el 
nombre del punto final generado en el ejemplo de código anterior e imprime el nombre de 
recurso de Amazon del punto final. El describe_endpoint método devuelve información 
sobre el punto final y su estado. Un SageMaker camarero espera a que el punto final esté 
en servicio.

8. Pruebe su terminal.

Una vez que su punto final esté en servicio, envíe una solicitud de invocación a su punto final. El 
siguiente ejemplo de código muestra cómo enviar una solicitud de prueba a su punto final:

import json
content_type = "application/json"
request_body = {"input": "This is a test with NER in America with \ 
    Amazon and Microsoft in Seattle, writing random stuff."}

#Serialize data for endpoint
#data = json.loads(json.dumps(request_body))
payload = json.dumps(request_body)

#Endpoint invocation
response = runtime_sm_client.invoke_endpoint(
EndpointName=endpoint_name,
ContentType=content_type,
Body=payload)

#Parse results
result = json.loads(response['Body'].read().decode())['output']
result

En el ejemplo de código anterior, el método json.dumps serializa la cadena request_body en 
una cadena con formato JSON y la guarda en la carga útil variable. Luego, el cliente SageMaker 
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Runtime usa el método invoke endpoint para enviar la carga útil a tu punto final. El resultado 
contiene la respuesta de su punto final después de extraer el campo de salida.

El ejemplo de código anterior debería devolver el siguiente resultado:

[['NER', 'ORG'], 
 ['America', 'GPE'], 
 ['Amazon', 'ORG'], 
 ['Microsoft', 'ORG'], 
 ['Seattle', 'GPE']]

9. Elimine su punto final

Una vez que haya completado las invocaciones, elimine el punto final para conservar los 
recursos. El siguiente ejemplo de código muestra cómo eliminar el punto final:

sm_client.delete_endpoint(EndpointName=endpoint_name)
sm_client.delete_endpoint_config(EndpointConfigName=endpoint_config_name)
sm_client.delete_model(ModelName=model_name)

Para ver un cuaderno completo que contenga el código de este ejemplo, consulte BYOC-Single-
Model.

Solución de problemas con el despliegue de contenedores

Si su punto de conexión no se implementó, consulte los registros de Amazon CloudWatch Events de 
la siguiente manera:

1. En el panel de navegación de la SageMaker consola https://console.aws.amazon.com/ 
sagemaker/, elija Inference.

2. En Inferencia, elija Puntos de conexión.

3. Busque su punto final en Nombre y haga clic en el nombre del punto final. En este ejemplo, el 
nombre seguiría la convención de nomenclaturaspacy-ner-configYYYY-MM-DD-HH-MM-SS.

4. En Resumen del punto final, elija el enlace que aparece en Modelos de registros de 
contenedores.

5. Elija el flujo de registro más reciente en el cuadro Flujos de registro.
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Utilice la siguiente lista para solucionar los problemas de implementación de su terminal. Si necesitas 
más ayuda, ponte en contacto con AWSSupport o con los foros de AWS desarrolladores de Amazon 
SageMaker.

Temas

• Error de nombre

• Cuota insuficiente

• Error al agotar el tiempo de espera de Upstream

Error de nombre

Si los registros indican lo siguienteNameError: name 'null' is not defined, asegúrese de 
que los scripts no se hayan creado en un bloc de notas que termine en .ipnyb y, a continuación, 
se les haya cambiado el nombre por otro nombre de archivo, por ejemploDockerfile. Al crear una 
libreta, formatear los caracteres puede impedir que el terminal se despliegue. Si aparece este error 
y cambia los scripts para corregirlo, puede que tenga que reiniciar el núcleo para que los cambios 
surtan efecto.

Cuota insuficiente

Si recibes un ResourceLimitExceeded error, debes solicitar una cuota adicional de la siguiente 
manera:

Solicita un aumento AWS de Service Quotas

1. Recupera el nombre de la instancia, la cuota actual y la cuota necesaria del mensaje de error 
que aparece en pantalla. Por ejemplo, en el siguiente ejemplo de error:

• El nombre de la instancia esml.c5d.18xlarge.

• La cuota actual del número siguiente current utilization es1 instances.

• La cuota adicional requerida del número siguiente request delta es1 instances.

El ejemplo de error es el siguiente:

ResourceLimitExceeded: An error occurred (ResourceLimitExceeded)  
when calling the CreateEndpoint operation: The account-level service limit
'ml.c5d.18xlarge for endpoint usage' is 1 Instances, with current utilization  
of 1 Instances and a request delta of 1 Instances. Please use AWS Service Quotas
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to request an increase for this quota. If  AWS Service Quotas is not available,  
contact AWS support to request an increase for this quota.

2. Inicie sesión en la consola Service Quotas AWS Management Console y ábrala.

3. En el panel de navegación, en Gestionar cuotas, introduce Amazon SageMaker.

4. Selecciona Ver cuotas.

5. En la barra de búsqueda, debajo de Cuotas de servicio, introduce el nombre de la instancia 
del paso 1. Por ejemplo, utilizando la información incluida en el mensaje de error del paso 1, 
introduzcaml.c5d.18xlarge.

6. Elija el nombre de la cuota que aparece junto al nombre de la instancia y termina por él para el 
uso de los puntos finales. Por ejemplo, con la información incluida en el mensaje de error del 
paso 1, elige ml.g5.12xlarge el uso del punto final.

7. Elija Solicitar un aumento a nivel de cuenta.

8. En Aumentar el valor de la cuota, introduce la cuota requerida necesaria a partir de la 
información que aparece en el mensaje de error del paso 1. Introduzca el total de current 
utilization yrequest delta. En el ejemplo anterior, el error current utilization es
1 Instances y request delta es1 Instances. En este ejemplo, solicite una cuota de 2
para suministrar la cuota requerida.

9. Seleccione Request (Solicitar).

10. Seleccione el historial de solicitudes de cuota en el panel de navegación.

11. Cuando el estado cambie de Pendiente a Aprobado, vuelva a ejecutar el trabajo. Puede que 
tengas que actualizar el navegador para ver el cambio.

Para obtener más información sobre cómo solicitar un aumento de la cuota, consulte Solicitar un 
aumento de la cuota.

Se agotó el tiempo de espera de Upstream

Si recibes un upstream timed out (110: Connection timed out) error, puedes intentar lo 
siguiente:

• Reduzca la latencia del contenedor o aumente el límite de tiempo de espera del contenedor. 
SageMaker requiere que el contenedor responda a una solicitud en un plazo de 60 segundos.

• Aumente el tiempo que debe transcurrir antes de que su servidor web espere una respuesta del 
modelo.
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Para obtener más información sobre los errores de tiempo de espera, consulte ¿Cómo puedo 
resolver el error de SageMaker inferencia de Amazon «se agotó el tiempo de espera de la conexión 
(110: se agotó el tiempo de espera de la conexión) al leer el encabezado de respuesta desde el 
principio»?

Crear un contenedor con algoritmos y modelos propios
Si ninguno de los SageMaker contenedores existentes satisface tus necesidades y no tienes uno 
propio, es posible que tengas que crear un contenedor Docker nuevo. En las siguientes secciones, 
se muestra cómo crear contenedores de Docker con sus algoritmos de entrenamiento e inferencia 
para usarlos con ellos. SageMaker

Temas

• Usar algoritmos de capacitación propios

• Usar un código de inferencia propio

Usar algoritmos de capacitación propios

En esta sección se explica cómo Amazon SageMaker interactúa con un contenedor de Docker que 
ejecuta tu algoritmo de entrenamiento personalizado. Utilice esta información para escribir el código 
de entrenamiento y crear una imagen de Docker para los algoritmos de entrenamiento.

Temas

• Cómo SageMaker gestiona Amazon tu imagen de entrenamiento

• Cómo SageMaker proporciona Amazon la información sobre formación

• Ejecutar entrenamiento con EFA

• Cómo Amazon SageMaker señala el éxito y el fracaso de los algoritmos

• Cómo SageMaker procesa Amazon el resultado de la formación

Cómo SageMaker gestiona Amazon tu imagen de entrenamiento

Puede usar un script de punto de entrada personalizado para automatizar la infraestructura para 
entrenar en un entorno de producción. Si pasas el script de punto de entrada a tu contenedor de 
Docker, también puedes ejecutarlo como un script independiente sin tener que volver a crear las 
imágenes. SageMakerprocesa la imagen de entrenamiento mediante un script de punto de entrada 
de un contenedor Docker.
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En esta sección se muestra cómo usar un punto de entrada personalizado sin usar el kit de 
heramientas de entrenamiento. Si desea utilizar un punto de entrada personalizado pero no sabe 
cómo configurar manualmente un contenedor de Docker, le recomendamos que utilice en su lugar 
la biblioteca del kit de herramientas de formación. SageMaker  Para más información sobre cómo 
utilizar el Training Toolkit, consulte Adaptación del contenedor de entrenamiento propio.

De forma predeterminada, SageMaker busca un script llamado train dentro de su contenedor. 
También puedes proporcionar manualmente tu propio punto de entrada personalizado mediante los
ContainerEntrypoint parámetros ContainerArguments y de la AlgorithmSpecificationAPI.

Dispone de las dos opciones siguientes para configurar manualmente el contenedor de Docker para 
ejecutar la imagen.

• Usa la CreateTrainingJobAPI y un contenedor de Docker que contenga una instrucción de punto 
de entrada.

• Use la API CreateTrainingJob y transfiera su script de entrenamiento desde fuera de su 
contenedor de Docker.

Si pasa el script de entrenamiento desde fuera del contenedor de Docker, no tendrá que volver a 
crear el contenedor de Docker al actualizar el script. También puede usar varios scripts diferentes 
para que se ejecuten en el mismo contenedor.

El script de punto de entrada debe contener un código de entrenamiento para la imagen. Si utiliza el 
parámetro source_dir opcional dentro de un estimador, debería hacer referencia a la ruta relativa 
de Amazon S3 a la carpeta que contiene el script de punto de entrada. Puede hacer referencia a 
varios archivos mediante el parámetro source_dir. Si no usa source_dir, puede especificar el 
punto de entrada mediante el parámetro entry_point. Para ver un ejemplo de un script de punto 
de entrada personalizado que contiene un estimador, consulte Bring Your Own Model with Script 
Mode. SageMaker

Ejecute un trabajo de entrenamiento con un script de punto de entrada agrupado en el contenedor de 
Docker

SageMaker puede ejecutar un script de punto de entrada incluido en su contenedor de Docker.

• De forma predeterminada, Amazon SageMaker ejecuta el siguiente contenedor.

docker run image train
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• SageMaker anula cualquier sentencia CMD predeterminada en un contenedor especificando el
train argumento después del nombre de la imagen. En su contenedor de Dockerfile, use el 
formulario exec siguiente de la instrucción ENTRYPOINT.

ENTRYPOINT ["executable", "param1", "param2", ...]

En el siguiente ejemplo se muestra cómo especificar una instrucción de punto de entrada de 
Python llamada k-means-algorithm.py.

ENTRYPOINT ["python", "k-means-algorithm.py"]

La forma exec de la instrucción ENTRYPOINT inicia el archivo ejecutable directamente, no como 
un elemento secundario de /bin/sh. Esto le permite recibir señales como SIGTERM y SIGKILL
desde SageMaker las API. Al utilizar las SageMaker API, se aplican las siguientes condiciones.

• La CreateTrainingJobAPI tiene una condición de parada que indica que se SageMaker debe 
detener el entrenamiento del modelo después de un tiempo específico.

• A continuación se muestra la API StopTrainingJob. Esta API emite el equivalente de
docker stop, con un comando de 2 minutos de tiempo de espera que detiene correctamente 
el contenedor especificado.

docker stop -t 120

El comando intenta detener el contenedor en ejecución enviando una señal SIGTERM. Tras 
el tiempo de espera de 2 minutos, la API envía los SIGKILL y detiene por la fuerza los 
contenedores. Si el contenedor gestiona SIGTERM correctamente y sale antes de los 120 
segundos de haberla recibido, no se envía ningún SIGKILL.

Si desea acceder a los artefactos del modelo intermedio después de SageMaker detener el 
entrenamiento, añada código para guardar los artefactos en su SIGTERM controlador.

• Si tiene previsto utilizar dispositivos de GPU para la capacitación de modelos, asegúrese de que 
sus contenedores sean compatibles con nvidia-docker. Incluya solo el kit de herramientas de 
CUDA en los contenedores; no agrupe los controladores de NVIDIA con la imagen. Para obtener 
más información sobre nvidia-docker, consulte NVIDIA/nvidia-docker.

• No puedes usar el tini inicializador como script de punto de entrada en los SageMaker 
contenedores porque los argumentos y lo confunden. train serve
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• /opt/mly todos los subdirectorios están reservados por entrenamiento. SageMaker Al crear la 
imagen de Docker de su algoritmo, asegúrese de no colocar ningún dato que requiera su algoritmo 
en este directorio. Porque si lo hace, es posible que los datos ya no estén visibles durante el 
entrenamiento.

Para agrupar sus scripts de intérprete de comandosl o Python dentro de su imagen de Docker, o 
para proporcionar el script en un bucket de Amazon S3 o mediante la AWS Command Line Interface 
(CLI), continúe con la siguiente sección.

Agrupe su script de intérprete de comandos en un contenedor de Docker

Si quiere incluir un script de intérprete de comandos personalizado dentro de su imagen de Docker, 
siga estos pasos.

1. Copie el script de intérprete de comandos de su directorio de trabajo dentro de su contenedor 
de Docker. El siguiente fragmento de código copia un script de punto de entrada personalizado
custom_entrypoint.sh del directorio de trabajo actual a un contenedor de Docker ubicado 
en mydir. En el siguiente ejemplo se presupone que la imagen de Docker base tiene Python 
instalado.

FROM <base-docker-image>:<tag>

# Copy custom entrypoint from current dir to /mydir on container
COPY ./custom_entrypoint.sh /mydir/ 

2. Cree e inserte un contenedor de Docker en el registro de Amazon Elastic Container Registry 
(Amazon ECR) siguiendo las instrucciones que se indican en Inserción de una imagen de Dockerr
en la Guía del usuario de Amazon ECR.

3. Ejecute el siguiente comando AWS CLI para iniciar el trabajo de entrenamiento.

aws --region <your-region> sagemaker create-training-job \
--training-job-name <your-training-job-name> \
--role-arn <your-execution-role-arn> \
--algorithm-specification '{ \  
    "TrainingInputMode": "File", \ 
    "TrainingImage": "<your-ecr-image>", \ 
    "ContainerEntrypoint": ["/bin/sh"], \ 
    "ContainerArguments": ["/mydir/custom_entrypoint.sh"]}' \
--output-data-config '{"S3OutputPath": "s3://custom-entrypoint-output-bucket/"}' \
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--resource-config 
 '{"VolumeSizeInGB":10,"InstanceCount":1,"InstanceType":"ml.m5.2xlarge"}' \
--stopping-condition '{"MaxRuntimeInSeconds": 180}'                     

Agrupe su script de Python en un contenedor de Docker

Para agrupar un script de Python personalizado dentro de su imagen de Docker, siga estos pasos.

1. Copie el script de Python de su directorio de trabajo dentro de su contenedor de Docker. 
El siguiente fragmento de código copia un script de punto de entrada personalizado
custom_entrypoint.py del directorio de trabajo actual a un contenedor de Docker ubicado en
mydir.

FROM <base-docker-image>:<tag>
# Copy custom entrypoint from current dir to /mydir on container
COPY ./custom_entrypoint.py /mydir/

2. Ejecute el siguiente comando AWS CLI para iniciar el trabajo de entrenamiento.

--algorithm-specification '{ \  
    "TrainingInputMode": "File", \ 
    "TrainingImage": "<your-ecr-image>", \ 
    "ContainerEntrypoint": ["python"], \ 
    "ContainerArguments": ["/mydir/custom_entrypoint.py"]}' \

Ejecute un trabajo de entrenamiento con un script de punto de entrada fuera del contenedor de 
Docker

Puede usar su propio contenedor de Docker para el entrenamiento y pasar un script de punto de 
entrada desde fuera del contenedor de Docker. Estructurar el script de punto de entrada fuera del 
contenedor tiene algunas ventajas. Si actualiza el script de punto de entrada, no es necesario volver 
a crear el contenedor de Docker. También puede usar varios scripts diferentes para que se ejecuten 
en el mismo contenedor.

Especifique la ubicación de su guion de entrenamiento mediante los ContainerArguments
parámetros ContainerEntrypoint y de la AlgorithmSpecificationAPI. Estos puntos de entrada 
y argumentos se comportan de la misma manera que los puntos de entrada y los argumentos 
de Docker. Los valores de estos parámetros anulan los correspondientes ENTRYPOINT o CMD
proporcionados como parte del contenedor de Docker.
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Cuando pasa su script de punto de entrada personalizado a su contenedor de entrenamiento de 
Docker, las entradas que proporcione determinan el comportamiento del contenedor.

• Por ejemplo, si solo lo proporcionaContainerEntrypoint, la sintaxis de la solicitud mediante la 
CreateTrainingJob API es la siguiente.

{ 
    "AlgorithmSpecification": { 
        "ContainerEntrypoint": ["string"],    
        ...      
        }        
}

Luego, el backend SageMaker de entrenamiento ejecuta tu punto de entrada personalizado de la 
siguiente manera.

docker run --entrypoint <ContainerEntrypoint> image

Note

Si ContainerEntrypoint se proporciona, el backend de SageMaker entrenamiento 
ejecuta la imagen con el punto de entrada indicado y anula el valor predeterminado de la 
imagen. ENTRYPOINT

• Si solo lo proporcionaContainerArguments, SageMaker asume que el contenedor de 
Docker contiene un script de punto de entrada. La sintaxis de la solicitud mediante la API
CreateTrainingJob es la siguiente.

{ 
    "AlgorithmSpecification": { 
        "ContainerArguments": ["arg1", "arg2"], 
        ... 
    }
}

El backend SageMaker de entrenamiento ejecuta tu punto de entrada personalizado de la 
siguiente manera.
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docker run image <ContainerArguments>

• Si proporciona ContainerEntrypoint y ContainerArguments, la sintaxis de la solicitud 
mediante la API CreateTrainingJob es la siguiente.

{ 
    "AlgorithmSpecification": { 
        "ContainerEntrypoint": ["string"], 
        "ContainerArguments": ["arg1", "arg2"], 
        ... 
    }
}                    

El backend SageMaker de entrenamiento ejecuta tu punto de entrada personalizado de la 
siguiente manera.

docker run --entrypoint <ContainerEntrypoint> image <ContainerArguments>

Puede usar cualquier fuente de InputDataConfig compatible en la API CreateTrainingJob
para proporcionar un script de punto de entrada para ejecutar su imagen de entrenamiento.

Proporcionar el script de punto de entrada en un bucket de Amazon S3

Para proporcionar un script de punto de entrada personalizado mediante un bucket de S3, utilice el
S3DataSource parámetro de la DataSourceAPI para especificar la ubicación del script. Si utiliza el 
parámetro S3DataSource, se requiere lo siguiente.

• InputModeDebe ser de ese tipo. File

• El S3 DataDistributionType debe serloFullyReplicated.

En el siguiente ejemplo, se coloca un script denominado custom_entrypoint.sh en una ruta a un 
bucket de S3 s3://<bucket-name>/<bucket prefix>/custom_entrypoint.sh.

#!/bin/bash
echo "Running custom_entrypoint.sh"
echo "Hello you have provided the following arguments: " "$@"
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A continuación, debe establecer la configuración del canal de datos de entrada para ejecutar un 
trabajo de entrenamiento. Hágalo utilizando AWS CLI directamente o con un archivo JSON.

Configurar el canal de datos de entrada utilizando AWS CLI con un archivo JSON

Para configurar el canal de datos de entrada con un archivo JSON, utilice AWS CLI como se muestra 
en la siguiente estructura de código. Asegúrese de que todos los campos siguientes utilicen la 
sintaxis de solicitud definida en la CreateTrainingJobAPI.

// run-my-training-job.json
{ 
 "AlgorithmSpecification": {  
        "ContainerEntrypoint": ["/bin/sh"], 
        "ContainerArguments": ["/opt/ml/input/
data/<your_channel_name>/custom_entrypoint.sh"], 
         ... 
   }, 
  "InputDataConfig": [  
    {  
        "ChannelName": "<your_channel_name>", 
        "DataSource": {  
            "S3DataSource": {  
                "S3DataDistributionType": "FullyReplicated", 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://<bucket-name>/<bucket_prefix>" 
            } 
        }, 
        "InputMode": "File", 
    }, 
    ...]
}

A continuación, ejecute el comando AWS CLI para iniciar el trabajo de entrenamiento desde el 
archivo JSON de la siguiente manera.

aws sagemaker create-training-job --cli-input-json file://run-my-training-job.json

Configurar el canal de datos de entrada utilizando AWS CLI directamente

Para configurar el canal de datos de entrada con un archivo JSON, utilice la siguiente estructura de 
código de AWS CLI.
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aws --region <your-region> sagemaker create-training-job \
--training-job-name <your-training-job-name> \
--role-arn <your-execution-role-arn> \
--algorithm-specification '{ \ 
    "TrainingInputMode": "File", \ 
    "TrainingImage": "<your-ecr-image>", \ 
    "ContainerEntrypoint": ["/bin/sh"], \ 
    "ContainerArguments": ["/opt/ml/input/data/<your_channel_name>/
custom_entrypoint.sh"]}' \
--input-data-config '[{ \ 
    "ChannelName":"<your_channel_name>", \ 
    "DataSource":{ \ 
        "S3DataSource":{ \ 
            "S3DataType":"S3Prefix", \ 
            "S3Uri":"s3://<bucket-name>/<bucket_prefix>", \ 
            "S3DataDistributionType":"FullyReplicated"}}}]' \
--output-data-config '{"S3OutputPath": "s3://custom-entrypoint-output-bucket/"}' \
--resource-config 
 '{"VolumeSizeInGB":10,"InstanceCount":1,"InstanceType":"ml.m5.2xlarge"}' \
--stopping-condition '{"MaxRuntimeInSeconds": 180}'

Cómo SageMaker proporciona Amazon la información sobre formación

En esta sección se explica cómo SageMaker hace que la información de entrenamiento, como los 
datos de entrenamiento, los hiperparámetros y otra información de configuración, esté disponible en 
su contenedor de Docker.

Cuando envías una CreateTrainingJobsolicitud SageMaker para iniciar el entrenamiento con 
modelos, especificas la ruta de Amazon Elastic Container Registry (Amazon ECR) de la imagen 
de Docker que contiene el algoritmo de entrenamiento. También especificas la ubicación de 
Amazon Simple Storage Service (Amazon S3) en la que se almacenan los datos de entrenamiento 
y los parámetros específicos del algoritmo. SageMaker pone esta información a disposición del 
contenedor de Docker para que su algoritmo de entrenamiento pueda utilizarla. Esta sección explica 
cómo hacemos que esta información esté disponible para su contenedor de Docker. Para obtener 
información sobre un trabajo de entrenamiento, consulte CreateTrainingJob. Para obtener 
más información sobre la forma en que SageMaker los contenedores organizan la información, 
consulteUso de SageMaker Training e Inference Toolkits .

Temas

• Hiperparámetros
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• Variables de entorno

• Configuración de datos de entrada

• Datos de capacitación

• Configuración de entrenamiento distribuido

Hiperparámetros

SageMaker hace que los hiperparámetros de una CreateTrainingJob solicitud estén disponibles 
en el contenedor Docker del /opt/ml/input/config/hyperparameters.json archivo.

A continuación se muestra un ejemplo de una configuración de hiperparámetros en
hyperparameters.json para especificar los hiperparámetros num_round y eta en la operación
CreateTrainingJob de XGBoost.

{ 
    "num_round": "128", 
    "eta": "0.001"
}             

Para obtener una lista completa de los hiperparámetros que se pueden usar para el algoritmo 
XGBoost SageMaker integrado, consulte Hiperparámetros de XGBoost.

Los hiperparámetros que puede ajustar dependen del algoritmo que esté entrenando. Para obtener 
una lista de los hiperparámetros disponibles para un algoritmo SageMaker integrado, búsquelos 
en la sección Hiperparámetros, en el enlace del algoritmo, en Use Amazon Builted Algorithms or 
SageMaker Pre-Training Models.

Variables de entorno

SageMaker establece las siguientes variables de entorno en su contenedor:

• TRAINING_JOB_NAME: se especifica en el parámetro TrainingJobName de la solicitud
CreateTrainingJob.

• TRAINING_JOB_ARN: es el nombre de recurso de Amazon (ARN) del trabajo de entrenamiento 
devuelto como TrainingJobArn en la respuesta CreateTrainingJob.

• Todas las variables de entorno especificadas en el parámetro Environment de la solicitud
CreateTrainingJob.
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Configuración de datos de entrada

SageMaker hace que la información del canal de datos del InputDataConfig parámetro 
de su CreateTrainingJob solicitud esté disponible en el /opt/ml/input/config/
inputdataconfig.json archivo de su contenedor de Docker.

Por ejemplo, supongamos que especifica tres canales de datos (train, evaluation y
validation) en su solicitud. SageMaker proporciona el siguiente JSON:

{ 
  "train" : {"ContentType":  "trainingContentType", 
             "TrainingInputMode": "File", 
             "S3DistributionType": "FullyReplicated", 
             "RecordWrapperType": "None"}, 
  "evaluation" : {"ContentType":  "evalContentType", 
                  "TrainingInputMode": "File", 
                  "S3DistributionType": "FullyReplicated", 
                  "RecordWrapperType": "None"}, 
  "validation" : {"TrainingInputMode": "File", 
                  "S3DistributionType": "FullyReplicated", 
                  "RecordWrapperType": "None"}
} 

Note

SageMaker proporciona al contenedor solo información relevante sobre cada canal de datos 
(por ejemplo, el nombre del canal y el tipo de contenido), como se muestra en el ejemplo 
anterior. S3DistributionTypese configurará como FullyReplicated si especificara 
EFS o F SxLustre como fuentes de datos de entrada.

Datos de capacitación

El parámetro TrainingInputMode en la AlgorithmSpecification de la solicitud
CreateTrainingJob especifica cómo se pone a disposición del contenedor el conjunto de datos 
de entrenamiento. Están disponibles los siguientes modos de entrada.

• Modo File
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Si usa File mode como TrainingInputMode valor, SageMaker establece los siguientes 
parámetros en su contenedor.

• El parámetro TrainingInputMode se escribe en inputdataconfig.json como “File”.

• Su directorio de canales de datos e escribe en /opt/ml/input/data/channel_name.

Si usa el File modo, SageMaker crea un directorio para cada canal. Por ejemplo, si tiene tres 
canales con el nombre trainingvalidation, ytesting, SageMaker crea los tres directorios 
siguientes en su contenedor de Docker:

• /opt/ml/input/data/training

• /opt/ml/input/data/validation

• /opt/ml/input/data/testing

El modo File también admite los siguientes orígenes de datos:

• Amazon Simple Storage Service (Amazon S3)

• Amazon Elastic File System (Amazon EFS)

• Amazon FSx para Lustre

Note

Los canales que utilizan orígenes de datos del sistema de archivos como Amazon 
EFS y Amazon FSx deben utilizar el modo File. En este caso, la ruta del directorio 
proporcionada en el canal se monta en/opt/ml/input/data/channel_name.

• Modo FastFile

Si utilizas el FastFile modo como tuTrainingInputNodeParameter, SageMaker establece 
los siguientes parámetros en tu contenedor.

• Al igual que en modo File, en el modo FastFile, el parámetro TrainingInputMode se 
escribe en inputdataconfig.json como “File”.

• Su directorio de canales de datos e escribe en /opt/ml/input/data/channel_name.

El modo FastFile admite los siguientes orígenes de datos:

• Amazon S3

Si utiliza el modo FastFile, el directorio de canales se monta con permiso de solo lectura.
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Históricamente, el modo File precedía al modo FastFile. Para garantizar la compatibilidad 
con versiones anteriores, los algoritmos que admiten el modo File también pueden funcionar 
sin problemas con el modo FastFile siempre que el parámetro TrainingInputMode esté 
configurado en File en inputdataconfig.json..

Note

Los canales que utilizan el modo FastFile deben utilizar un S3DataType “S3Prefix”.
El modo FastFile presenta una vista de carpetas que utiliza la barra diagonal (/) como 
delimitador para agrupar los objetos de Amazon S3 en carpetas. Los prefijos S3Uri
no deben corresponder a un nombre de carpeta parcial. Por ejemplo, si un conjunto de 
datos de Amazon S3 contiene s3://my-bucket/train-01/data.csv, ni s3://my-
bucket/train ni s3://my-bucket/train-01 están permitidos como prefijos S3Uri.
Se recomienda usar una barra diagonal final para definir el canal correspondiente a una 
carpeta. Por ejemplo, el canal s3://my-bucket/train-01/ para la carpeta train-01. 
Sin la barra diagonal final, el canal sería ambiguo si existiera otra carpeta s3://my-
bucket/train-011/ o archivo s3://my-bucket/train-01.txt/.

• Modo Pipe

• Parámetro TrainingInputMode escrito en inputdataconfig.json: “Pipe”

• Directorio de canales de datos en el contenedor de Docker: /opt/ml/input/
data/channel_name_epoch_number

• Fuentes de datos compatibles: Amazon S3

Debe leer desde una canalización independiente para cada canal. Por ejemplo, si dispone de tres 
canales denominados training, validation y testing, tienes que realizar la lectura desde 
las siguientes canalizaciones:

• /opt/ml/input/data/training_0, /opt/ml/input/data/training_1, ...

• /opt/ml/input/data/validation_0, /opt/ml/input/data/validation_1, ...

• /opt/ml/input/data/testing_0, /opt/ml/input/data/testing_1, ...

Lea las canalizaciones de forma secuencial. Por ejemplo, si dispone de un canal denominado
training, lea las canalizaciones en este orden:

1. Ábrelo /opt/ml/input/data/training_0 en modo lectura y léelo hasta end-of-file (EOF) o, 
si has terminado con la primera época, cierra el archivo de canalización antes de tiempo.
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2. Después de cerrar el primer archivo de canalización, busque /opt/ml/input/data/
training_1 y léalo hasta que haya completado la segunda fecha de inicio y así 
sucesivamente.

Si el archivo de una fecha de inicio determinada no existe aún, es posible que tenga que volver 
a intentarlo con el código hasta que se cree la canalización. No hay restricción de secuenciación 
entre tipos de canales. Por ejemplo, puede leer varias fechas de inicio para el canal training, 
por ejemplo, y solo comenzar a leer el canal validation cuando esté preparado. También puede 
leerlos simultáneamente si su algoritmo lo requiere.

Para ver un ejemplo de una libreta de Jupyter que muestra cómo usar el modo Pipe al traer tu 
propio contenedor, consulta Bring your own Pipe-mode algorithm to Amazon. SageMaker

Configuración de entrenamiento distribuido

Si está realizando un entrenamiento distribuido con varios contenedores, SageMaker hace que la 
información sobre todos los contenedores esté disponible en el archivo. /opt/ml/input/config/
resourceconfig.json

Para permitir la comunicación entre contenedores, este archivo JSON contiene información de todos 
los contenedores. SageMaker hace que este archivo esté disponible tanto para los algoritmos como 
para File Pipe los algoritmos. El archivo proporciona la siguiente información:

• current_host: el nombre del contenedor actual en la red del contenedor. Por ejemplo, algo-1. 
Los valores de host pueden cambiar en cualquier momento. No escriba código con valores 
específicos para esta variable.

• hosts: la lista de nombres de todos los contenedores en la red de contenedores ordenada 
lexicográficamente. Por ejemplo, ["algo-1", "algo-2", "algo-3"] para un clúster de tres 
nodos. Los contenedores pueden utilizar estos nombres para dirigirse a otros contenedores en 
la red de contenedores. Los valores de host pueden cambiar en cualquier momento. No escriba 
código con valores específicos para estas variables.

• network_interface_name: el nombre de la interfaz de red que se expone al contenedor. 
Por ejemplo, los contenedores que ejecuten Message Passing Interface (MPI) pueden usar esta 
información para establecer el nombre de la interfaz de red.

• No utilice la información en /etc/hostname o /etc/hosts porque puede ser inexacta.

Usar algoritmos de capacitación propios 5953

https://github.com/aws/amazon-sagemaker-examples/blob/main/advanced_functionality/pipe_bring_your_own/pipe_bring_your_own.ipynb


Amazon SageMaker Guía para desarrolladores

• La información del nombre de host podría no estar disponible de inmediato en el contenedor de 
algoritmos. Recomendamos agregar una política de reintentos en las operaciones de resolución de 
nombres de host a medida que los nodos estén disponibles en el clúster.

A continuación se muestra un archivo de ejemplo en el nodo 1 en un clúster de tres nodos:

{ 
    "current_host": "algo-1", 
    "hosts": ["algo-1","algo-2","algo-3"], 
    "network_interface_name":"eth1"
}

Ejecutar entrenamiento con EFA

SageMaker proporciona integración con dispositivos EFA para acelerar las aplicaciones de 
computación de alto rendimiento (HPC) y aprendizaje automático. Esta integración le permite 
aprovechar un dispositivo EFA al ejecutar sus tareas de entrenamiento distribuidas. Puede añadir 
la integración de EFA a un contenedor Docker existente al que la lleve. SageMaker La siguiente 
información describe cómo configurar su propio contenedor para utilizar un dispositivo EFA en sus 
trabajos de entrenamiento distribuidos.

Requisitos previos

El contenedor debe cumplir con la especificación del contenedor SageMaker de formación. 

Instale EFA y los paquetes obligatorios.

Su contenedor debe descargar e instalar el software EFA. Esto permite que el contenedor reconozca 
el dispositivo EFA y proporciona versiones compatibles de Libfabric y Open MPI.

Todas las herramientas, como MPI y NCCL, deben instalarse y gestionarse dentro del contenedor 
para poder utilizarlas como parte de su trabajo de entrenamiento en materia de EFA. Para obtener 
una lista de todas las versiones de EFA disponibles, consulte Verificar el instalador de EFA mediante 
una suma de comprobación. En el siguiente ejemplo se muestra cómo modificar el Dockerfile de un 
contenedor compatible con EFA para instalar EFA, MPI, OFI, NCCL y NCCL-TEST.
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Note

Si se utiliza PyTorch con EFA en el contenedor, la versión NCCL del contenedor debe 
coincidir con la versión NCCL de la instalación. PyTorch Para comprobar la versión de la 
PyTorch NCCL, utilice el siguiente comando:

torch.cuda.nccl.version()

ARG OPEN_MPI_PATH=/opt/amazon/openmpi/
ENV NCCL_VERSION=2.7.8
ENV EFA_VERSION=1.30.0
ENV BRANCH_OFI=1.1.1

#################################################
## EFA and MPI SETUP
RUN cd $HOME \ 
  && curl -O https://s3-us-west-2.amazonaws.com/aws-efa-installer/aws-efa-installer-
${EFA_VERSION}.tar.gz \ 
  && tar -xf aws-efa-installer-${EFA_VERSION}.tar.gz \ 
  && cd aws-efa-installer \ 
  && ./efa_installer.sh -y --skip-kmod -g \

ENV PATH="$OPEN_MPI_PATH/bin:$PATH"
ENV LD_LIBRARY_PATH="$OPEN_MPI_PATH/lib/:$LD_LIBRARY_PATH"

#################################################
## NCCL, OFI, NCCL-TEST SETUP
RUN cd $HOME \ 
  && git clone https://github.com/NVIDIA/nccl.git -b v${NCCL_VERSION}-1 \ 
  && cd nccl \ 
  && make -j64 src.build BUILDDIR=/usr/local

RUN apt-get update && apt-get install -y autoconf
RUN cd $HOME \ 
  && git clone https://github.com/aws/aws-ofi-nccl.git -b v${BRANCH_OFI} \ 
  && cd aws-ofi-nccl \ 
  && ./autogen.sh \ 
  && ./configure --with-libfabric=/opt/amazon/efa \ 
       --with-mpi=/opt/amazon/openmpi \ 
       --with-cuda=/usr/local/cuda \ 
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       --with-nccl=/usr/local --prefix=/usr/local \ 
  && make && make install 
   
RUN cd $HOME \ 
  && git clone https://github.com/NVIDIA/nccl-tests \ 
  && cd nccl-tests \ 
  && make MPI=1 MPI_HOME=/opt/amazon/openmpi CUDA_HOME=/usr/local/cuda NCCL_HOME=/usr/
local

Consideraciones al crear el contenedor

El dispositivo EFA se monta en el contenedor como /dev/infiniband/uverbs0 según se indica 
en la lista de dispositivos accesibles al contenedor. En las instancias P4d, el contenedor tiene acceso 
a 4 dispositivos EFA. Los dispositivos EFA se encuentran en la lista de dispositivos a los que puede 
acceder el contenedor de la siguiente manera:

• /dev/infiniband/uverbs0

• /dev/infiniband/uverbs1

• /dev/infiniband/uverbs2

• /dev/infiniband/uverbs3

Para obtener información sobre el nombre de host, los nombres de host del mismo nivel y la interfaz 
de red (para MPI) en el archivo resourceconfig.json que se proporciona a cada instancia de 
contenedor, consulte Configuración de entrenamiento distribuido. El contenedor gestiona el tráfico 
TCP normal entre pares a través de las interfaces de red elásticas (ENI) predeterminadas, mientras 
que gestiona el tráfico OFI (derivación del núcleo) a través del dispositivo EFA.

Comprobar que el dispositivo EFA sea reconocido

 Para comprobar que se reconozca el dispositivo EFA, ejecute el siguiente comando desde su 
contenedor.

/opt/amazon/efa/bin/fi_info -p efa

El resultado debería tener un aspecto similar al siguiente.

provider: efa 
    fabric: EFA-fe80::e5:56ff:fe34:56a8 
    domain: efa_0-rdm 
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    version: 2.0 
    type: FI_EP_RDM 
    protocol: FI_PROTO_EFA
provider: efa 
    fabric: EFA-fe80::e5:56ff:fe34:56a8 
    domain: efa_0-dgrm 
    version: 2.0 
    type: FI_EP_DGRAM 
    protocol: FI_PROTO_EFA
provider: efa;ofi_rxd 
    fabric: EFA-fe80::e5:56ff:fe34:56a8 
    domain: efa_0-dgrm 
    version: 1.0 
    type: FI_EP_RDM 
    protocol: FI_PROTO_RXD

Ejecutar un trabajo de entrenamiento con EFA

Una vez que haya creado un contenedor compatible con EFA, puede realizar un trabajo de formación 
con EFA utilizando un SageMaker estimador de la misma manera que lo haría con cualquier otra 
imagen de Docker. Para obtener más información sobre cómo registrar su contenedor y usarlo para 
el entrenamiento, consulte Adaptación de un contenedor de entrenamiento propio.

Cómo Amazon SageMaker señala el éxito y el fracaso de los algoritmos

Un algoritmo de capacitación indica que se ha realizado la operación de forma correcta o que se han 
producido errores mediante el código de salida de su proceso.

Una ejecución de capacitación correcta debe salir con un código de salida de 0 y una ejecución 
de capacitación incorrecta debe salir con un código de salida que no sea cero. Se convertirán en
Completed y Failed en el TrainingJobStatus devuelto por DescribeTrainingJob. Esta 
convención del código de salida es estándar y se implementa fácilmente en todos los idiomas. Por 
ejemplo, en Python, puede utilizar sys.exit(1) para señalar una salida de error y realizar la 
ejecución simplemente al final de la rutina principal provocará que Python salga con el código 0.

En caso de error, el algoritmo puede escribir una descripción del error en el archivo de errores. 
Consulte la sección siguiente para obtener más detalles.

Cómo SageMaker procesa Amazon el resultado de la formación

Puesto que su algoritmo se ejecuta en un contenedor, genera la salida incluyendo el estado del 
modelo y el trabajo de capacitación, y los artefactos de salida. Su algoritmo debe escribir esta 
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información en los siguientes archivos, que se encuentran en el directorio /output del contenedor. 
Amazon SageMaker procesa la información contenida en este directorio de la siguiente manera:

• /opt/ml/model— Su algoritmo debería escribir todos los artefactos finales del modelo en este 
directorio. SageMaker copia estos datos como un único objeto en formato tar comprimido en la 
ubicación S3 que especificó en la CreateTrainingJob solicitud. Si varios contenedores de un 
mismo trabajo de formación escriben en este directorio, deben asegurarse de que no haya ningún 
conflicto entre file/directory nombres. SageMakeragrega el resultado en un archivo TAR y lo 
carga en S3 al final del trabajo de capacitación.

• /opt/ml/output/data— Su algoritmo debería escribir en este directorio los artefactos que 
desee almacenar además del modelo final. SageMakercopia estos datos como un único objeto en 
formato tar comprimido en la ubicación S3 que especificó en la CreateTrainingJob solicitud. 
Si varios contenedores de un mismo trabajo de formación escriben en este directorio, deben 
asegurarse de que no haya ningún conflicto entre file/directory nombres. SageMaker agrega 
el resultado en un archivo TAR y lo carga en S3 al final del trabajo de capacitación.

• /opt/ml/output/failure: si se produce un error en la entrenamiento, después de que toda 
la salida del algoritmo (por ejemplo, registro) se complete, el algoritmo debe escribir la descripción 
de errores en este archivo. En una DescribeTrainingJob respuesta, SageMaker devuelve los 
primeros 1024 caracteres de este archivo como. FailureReason

Usar un código de inferencia propio

Puede utilizar Amazon SageMaker para interactuar con los contenedores de Docker y ejecutar su 
propio código de inferencia de una de las dos formas siguientes:

• Para utilizar su propio código de inferencia con un punto de enlace persistente para obtener una 
predicción a la vez, utilice servicios de alojamiento de SageMaker.

• Para utilizar su propio código de inferencia para obtener predicciones para todo el conjunto de 
datos, utilice la transformación por lotes de SageMaker.

Temas

• Uso de su propio código de inferencia con servicios de alojamiento

• Usar el código de inferencia propio con la transformación por lotes
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Uso de su propio código de inferencia con servicios de alojamiento

En esta sección se explica cómo Amazon SageMaker interactúa con un contenedor de Docker que 
ejecuta tu propio código de inferencia para los servicios de alojamiento. Utilice esta información para 
escribir el código de inferencia y crear una imagen de Docker.

Temas

• ¿Cómo SageMaker funciona la imagen de inferencia

• ¿Cómo se SageMaker cargan los artefactos de su modelo?

• Cómo debe responder su contenedor a las solicitudes de inferencia

• Cómo debe responder su contenedor a las solicitudes de comprobación de estado (ping)

• Utilice un registro privado de Docker para contenedores de inferencia en tiempo real

¿Cómo SageMaker funciona la imagen de inferencia

Para configurar un contenedor para que se inicie como un archivo ejecutable, utilice una instrucción
ENTRYPOINT en un Dockerfile. Tenga en cuenta lo siguiente:

• Para la inferencia de modelos, SageMaker ejecuta el contenedor de la siguiente manera:

docker run image serve

SageMaker anula CMD las sentencias predeterminadas de un contenedor especificando el serve
argumento después del nombre de la imagen. El argumento serve anula los argumentos que 
proporciona con el comando CMD en el Dockerfile.

 

• SageMaker espera que todos los contenedores se ejecuten con usuarios root. Cree su contenedor 
de modo que solo utilice usuarios raíz. Cuando SageMaker se ejecuta el contenedor, los usuarios 
que no tienen acceso a nivel raíz pueden provocar problemas de permisos.

 

• Le recomendamos que utilice la forma exec de la instrucción ENTRYPOINT:

ENTRYPOINT ["executable", "param1", "param2"]

Por ejemplo:
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ENTRYPOINT ["python", "k_means_inference.py"]

La forma exec de la instrucción ENTRYPOINT inicia el archivo ejecutable directamente, no como 
un elemento secundario de /bin/sh. Esto le permite recibir señales como SIGTERM y SIGKILL
desde las operaciones de la SageMaker API, lo cual es obligatorio.

 

Por ejemplo, cuando utilizas la CreateEndpointAPI para crear un punto final, proporciona el 
SageMaker número de instancias de procesamiento de aprendizaje automático que requiere la 
configuración del punto final, que especificas en la solicitud. SageMaker ejecuta el contenedor de 
Docker en esas instancias.

 

Si reduces el número de instancias que respaldan el punto final (mediante una llamada a la
UpdateEndpointWeightsAndCapacitiesAPI), SageMaker ejecuta un comando para detener 
el contenedor de Docker en las instancias que se van a terminar. El comando envía la señal
SIGTERM y, a continuación, envía la señal SIGKILL 30 segundos más tarde.

 

Si actualizas el punto final (mediante una llamada a la UpdateEndpointAPI), SageMaker 
lanzas otro conjunto de instancias de procesamiento de aprendizaje automático y ejecutas los 
contenedores de Docker que contienen tu código de inferencia. A continuación se ejecuta un 
comando para detener los contenedores de Docker anteriores. Para detener un contenedor 
de Docker, el comando envía la señal SIGTERM y, a continuación, envía la señal SIGKILL 30 
segundos más tarde.

 

• SageMaker usa la definición de contenedor que proporcionaste en tu CreateModelsolicitud 
para establecer las variables de entorno y el nombre de host DNS del contenedor de la siguiente 
manera:

 

• Establece las variables de entorno mediante el ContainerDefinition.Environment string-
to-string mapa.
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• Establece el nombre de host de DNS mediante
ContainerDefinition.ContainerHostname.

 

• Si tiene previsto utilizar los dispositivos GPU para inferencias de modelos (especificando instancias 
de computación de ML basadas en GPU en su solicitud CreateEndpointConfig), asegúrese 
de que los contenedores son compatibles con nvidia-docker. No cree un paquete con 
controladores de NVIDIA con la imagen. Para obtener más información sobre nvidia-docker, 
consulte NVIDIA/nvidia-docker.

 

• No puedes usar el tini inicializador como punto de entrada en los SageMaker contenedores 
porque los argumentos train y serve lo confunden.

¿Cómo se SageMaker cargan los artefactos de su modelo?

En su solicitud de CreateModelAPI, puede utilizar el S3DataSource parámetro ModelDataUrl o 
para identificar la ubicación S3 en la que se almacenan los artefactos del modelo. SageMaker copia 
los artefactos del modelo de la ubicación de S3 al /opt/ml/model directorio para que los utilice el 
código de inferencia. Su contenedor tiene acceso de solo lectura a /opt/ml/model. No escriba en 
este directorio.

La ModelDataUrl debe apuntar a un archivo tar.gz. De lo contrario, SageMaker no descargará el 
archivo.

Si ha entrenado el modelo SageMaker, los artefactos del modelo se guardan como un único archivo 
tar comprimido en Amazon S3. Si ha entrenado su modelo en un entorno externo SageMaker, debe 
crear este único archivo tar comprimido y guardarlo en una ubicación S3. SageMaker descomprime 
este archivo tar en el directorio /opt/ml/model antes de que se inicie el contenedor.

Para implementar modelos de gran tamaño, recomendamos que siga Implementación de modelos 
sin comprimir.

Cómo debe responder su contenedor a las solicitudes de inferencia

Para obtener inferencias, la aplicación cliente envía una solicitud POST al punto final. SageMaker 
SageMaker pasa la solicitud al contenedor y devuelve el resultado de la inferencia del contenedor al 
cliente.
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Para obtener más información sobre las solicitudes de inferencia que recibirá tu contenedor, consulta 
las siguientes acciones en la referencia de la SageMaker API de Amazon:

• InvokeEndpoint

• InvokeEndpointAsync

• InvokeEndpointWithResponseStream

Requisitos para los contenedores de inferencia

Para responder a las solicitudes de inferencia, su contenedor debe cumplir los siguientes requisitos:

• SageMaker elimina todos los POST encabezados excepto los admitidos por. InvokeEndpoint
SageMaker podría añadir encabezados adicionales. Los contenedores de inferencia deben poder 
ignorar de forma segura estos encabezados adicionales.

• Para recibir solicitudes de inferencia, el contenedor debe tener un servidor web que realice 
la escucha en el puerto 8080 y debe aceptar las solicitudes POST en los punto de conexión /
invocations y /ping.

• Los contenedores de modelo de un cliente deben aceptar las solicitudes de conexión del socket en 
un plazo de 250 ms.

• Los contenedores de modelos de un cliente deben responder a las solicitudes en un plazo de 60 
segundos. El propio modelo puede tardar un tiempo máximo de procesamiento de 60 segundos 
antes de responder a las /invocations. Si el modelo tiene un tiempo de procesamiento de entre 
50 y 60 segundos, deberá establecer el tiempo de espera del conector del SDK en 70 segundos.

Example funciones de invocación

En los siguientes ejemplos se muestra cómo el código del contenedor puede procesar las solicitudes 
de inferencia. Estos ejemplos gestionan las solicitudes que las aplicaciones cliente envían mediante 
la InvokeEndpoint acción.

FastAPI

FastAPI es un marco web para crear API con Python.

from fastapi import FastAPI, status, Request, Response
. . .
app = FastAPI()
. . .
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@app.post('/invocations')
async def invocations(request: Request): 
    # model() is a hypothetical function that gets the inference output: 
    model_resp = await model(Request) 

    response = Response( 
        content=model_resp, 
        status_code=status.HTTP_200_OK, 
        media_type="text/plain", 
    ) 
    return response
. . .

En este ejemplo, la invocations función gestiona la solicitud de inferencia que se SageMaker 
envía al /invocations punto final.

Flask

Flask es un marcopara desarrollar aplicaciones web con Python.

import flask
. . .
app = flask.Flask(__name__)
. . .
@app.route('/invocations', methods=["POST"])
def invoke(request): 
    # model() is a hypothetical function that gets the inference output: 
    resp_body = model(request) 
    return flask.Response(resp_body, mimetype='text/plain') 
     

En este ejemplo, la invoke función gestiona la solicitud de inferencia que se SageMaker envía al
/invocations punto final.

Example funciones de invocación para solicitudes de streaming

En los siguientes ejemplos se muestra cómo el código del contenedor de inferencia puede procesar 
las solicitudes de streaming. Estos ejemplos gestionan las solicitudes que las aplicaciones cliente 
envían mediante la InvokeEndpointWithResponseStream acción.

Cuando un contenedor gestiona una solicitud de inferencia de streaming, devuelve la inferencia del 
modelo como una serie de partes de forma incremental a medida que el modelo las genera. Las 
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aplicaciones cliente comienzan a recibir respuestas inmediatamente cuando están disponibles. No 
necesitan esperar a que el modelo genere la respuesta completa. Puede implementar la transmisión 
en streaming para que admita experiencias interactivas rápidas, como chatbots, asistentes virtuales y 
generadores de música.

FastAPI

FastAPI es un marco web para crear API con Python.

from starlette.responses import StreamingResponse
from fastapi import FastAPI, status, Request
. . .
app = FastAPI()
. . .
@app.post('/invocations')
async def invocations(request: Request): 
    # Streams inference response using HTTP chunked encoding 
    async def generate(): 
        # model() is a hypothetical function that gets the inference output: 
        yield await model(Request) 
        yield "\n" 

    response = StreamingResponse( 
        content=generate(), 
        status_code=status.HTTP_200_OK, 
        media_type="text/plain", 
    ) 
    return response
. . .

En este ejemplo, la invocations función gestiona la solicitud de inferencia que se SageMaker 
envía al /invocations punto final. Para transmitir la respuesta, el ejemplo utiliza la clase
StreamingResponse del marco Starlette.

Flask

Flask es un marcopara desarrollar aplicaciones web con Python.

import flask
. . .
app = flask.Flask(__name__)
. . .
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@app.route('/invocations', methods=["POST"])
def invocations(request): 
    # Streams inference response using HTTP chunked encoding 

    def generate(): 
        # model() is a hypothetical function that gets the inference output: 
        yield model(request) 
        yield "\n" 
    return flask.Response( 
        flask.stream_with_context(generate()), mimetype='text/plain')
. . .

En este ejemplo, la invocations función gestiona la solicitud de inferencia que se SageMaker 
envía al /invocations punto final. Para transmitir la respuesta, el ejemplo utiliza la función
flask.stream_with_context del marco Flask.

Cómo debe responder su contenedor a las solicitudes de comprobación de estado (ping)

SageMaker lanza nuevos contenedores de inferencia en las siguientes situaciones:

• Responder a las llamadas a la API CreateEndpoint, UpdateEndpoint y
UpdateEndpointWeightsAndCapacities

• Creación de parches de seguridad

• Reemplazo de instancias con estado incorrecto

Poco después del inicio del contenedor, SageMaker comienza a enviar solicitudes GET periódicas al
/ping punto final.

El requisito más sencillo en el contenedor es responder con un código de estado HTTP 200 y 
un cuerpo vacío. Esto indica SageMaker que el contenedor está listo para aceptar solicitudes de 
inferencia en el /invocations punto final.

Si el contenedor no comienza a superar las comprobaciones de estado y responde de forma 
constante durante 200 segundos durante los 8 minutos posteriores al inicio, se producirá un error 
en el lanzamiento de la nueva instancia. Esto provoca CreateEndpoint un error y deja el punto 
final en un estado fallido. La actualización solicitada por UpdateEndpoint no se ha completado, los 
parches de seguridad no se han aplicado y las instancias en mal estado no se sustituyen.
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Puesto que la barrera mínima es que el contenedor devuelva un código 200 estático, un 
desarrollador del contenedor puede usar esta funcionalidad para realizar más comprobaciones. El 
tiempo de espera de la solicitud en los intentos de /ping es de 2 segundos.

Utilice un registro privado de Docker para contenedores de inferencia en tiempo real

El alojamiento de Amazon SageMaker le permite utilizar imágenes almacenadas en Amazon ECR 
para crear sus contenedores para realizar inferencias en tiempo real de forma predeterminada. Si lo 
desea, puede crear contenedores para realizar inferencias en tiempo real a partir de imágenes en un 
registro privado de Docker. Debe poder acceder al registro privado desde una VPC de Amazon de 
su cuenta. Los modelos que cree en función de las imágenes almacenadas en su registro privado 
de Docker deben configurarse para conectarse a la misma VPC desde la que se puede acceder 
al registro privado de Docker. Para obtener más información sobre cómo conectarse a una VPC, 
consulte Ofrezca a los endpoints SageMaker alojados acceso a los recursos de su Amazon VPC.

Su registro de Docker protegerse con un certificado TLS de una autoridad de certificación pública 
conocida (CA).

Note

Su registro privado de Docker debe permitir el tráfico entrante de los grupos de seguridad 
que especifique en la configuración de VPC para su modelo, de modo que SageMaker 
hosting pueda extraer imágenes de modelos de su registro.
Sagemaker puede extraer imágenes de modelos de DockerHub si hay una ruta a Internet 
abierta dentro de su VPC.

Temas

• Almacene las imágenes en un registro de Docker privado que no sea Amazon Elastic Container 
Registry

• Utilice una imagen de un registro privado de Docker para contenedores de inferencia en tiempo 
real

• Permitir que Sagemaker se autentique en un registro privado de Docker

• Crear la función de Lambda

• Conceder permiso de rol de ejecución a Lambda

• Crear un punto de conexión de VPC de la interfaz para Lambda
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Almacene las imágenes en un registro de Docker privado que no sea Amazon Elastic Container 
Registry

Para utilizar un registro privado de Docker para almacenar sus imágenes para que Sagemaker 
pueda inferirlas en tiempo real, cree un registro privado al que pueda acceder desde su VPC de 
Amazon. Para obtener información sobre cómo crear un registro de Docker, consulte Implementar 
un servidor de registro en la documentación de Docker. El registro de Docker debe cumplir con lo 
siguiente:

• El registro debe ser Docker Registry HTTP API V2.

• Se debe poder acceder al registro de Docker desde la misma VPC que especificó en el parámetro
VpcConfig que especificó al crear el modelo.

Utilice una imagen de un registro privado de Docker para contenedores de inferencia en tiempo real

Al crear un modelo e implementarlo en el alojamiento de SageMaker, puede especificar que utilice 
una imagen de su registro privado de Docker para crear el contenedor de inferencias. Especifique 
esto en el objeto ImageConfig del parámetro PrimaryContainer que pase a una llamada a la 
función create_model.

Para usar una imagen almacenada en su registro privado de Docker como contenedor de inferencias

1. Cree el objeto de configuración de la imagen y especifique un valor de Vpc para el campo
RepositoryAccessMode.

image_config = { 
                    'RepositoryAccessMode': 'Vpc' 
               }

2. Si su registro privado de Docker requiere autenticación, debe añadir un objeto
RepositoryAuthConfig al objeto de configuración de la imagen. Para el campo
RepositoryCredentialsProviderArn del objeto RepositoryAuthConfig, especifique 
el nombre de recurso de Amazon (ARN) de una función AWS Lambda que proporcione 
credenciales que permitan a SageMaker autenticarse en su registro privado de Docker. 
Para obtener información acerca de cómo crear la función de Lambda para proporcionar 
autenticación, consulte Permitir que Sagemaker se autentique en un registro privado de Docker.

image_config = { 
                    'RepositoryAccessMode': 'Vpc', 
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                    'RepositoryAuthConfig': { 
                       'RepositoryCredentialsProviderArn': 
 'arn:aws:lambda:Region:Acct:function:FunctionName' 
                     } 
               }

3. Cree el objeto contenedor principal que desee pasar a create_model, utilizando el objeto de 
configuración de imagen que creó en el paso anterior.

Proporcione la imagen en forma de resumen. Si proporciona la imagen mediante la etiqueta
:latest, existe el riesgo de que SageMaker extraiga una versión de la imagen más reciente 
de lo previsto. El uso del formulario de resumen garantiza que SageMaker extraiga la versión de 
imagen deseada.

primary_container = { 
    'ContainerHostname': 'ModelContainer', 
    'Image': 'myteam.myorg.com/docker-local/my-inference-image:<IMAGE-TAG>', 
    'ImageConfig': image_config
}

4. Especifique el nombre del modelo y el rol de ejecución que desea pasar a create_model.

model_name = 'vpc-model'
execution_role_arn = 'arn:aws:iam::123456789012:role/SageMakerExecutionRole'

5. Especifique uno o más grupos de seguridad y subredes para la configuración de VPC de 
su modelo. Su registro privado de Docker debe permitir el tráfico entrante de los grupos de 
seguridad que especifique. Las subredes que especifique deben estar en la misma VPC que su 
registro privado de Docker.

vpc_config = { 
    'SecurityGroupIds': ['sg-0123456789abcdef0'], 
    'Subnets': ['subnet-0123456789abcdef0','subnet-0123456789abcdef1']
}

6. Obtenga un cliente SageMaker de Boto3.

import boto3
sm = boto3.client('sagemaker')
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7. Cree el modelo mediante una llamada a create_model, utilizando los valores que especificó 
en los pasos anteriores para los parámetros PrimaryContainer y VpcConfig.

try: 
    resp = sm.create_model( 
        ModelName=model_name, 
        PrimaryContainer=primary_container, 
        ExecutionRoleArn=execution_role_arn, 
        VpcConfig=vpc_config, 
    )
except Exception as e: 
    print(f'error calling CreateModel operation: {e}')
else: 
    print(resp)

8. Por último, llame create_endpoint_config y create_endpoint para crear el punto de conexión de 
alojamiento con el modelo creado en el paso anterior.

endpoint_config_name = 'my-endpoint-config'
sm.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[ 
        { 
            'VariantName': 'MyVariant', 
            'ModelName': model_name, 
            'InitialInstanceCount': 1, 
            'InstanceType': 'ml.t2.medium' 
        }, 
    ],
)

endpoint_name = 'my-endpoint'
sm.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name,
)

sm.describe_endpoint(EndpointName=endpoint_name)
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Permitir que Sagemaker se autentique en un registro privado de Docker

Para extraer una imagen de inferencia de un registro privado de Docker que requiera autenticación, 
cree una función AWS Lambda que proporcione credenciales y proporcione el nombre de recurso 
de Amazon (ARN) de la función de Lambda cuando llame create_model. Cuando SageMaker 
ejecuta create_model, llama a la función de Lambda que especificó para obtener las credenciales 
necesarias para autenticarse en el registro de Docker.

Crear la función de Lambda

Cree una función AWS Lambda que devuelva una respuesta con el siguiente formulario:

def handler(event, context): 
   response = { 
      "Credentials": {"Username": "username", "Password": "password"} 
   } 
   return response

Según cómo configure la autenticación para su registro privado de Docker, las credenciales que 
devuelva la función de Lambda pueden significar alguna de las siguientes opciones:

• Si configura su registro privado de Docker para usar la autenticación básica, proporcione las 
credenciales de inicio de sesión para autenticarse en el registro.

• Si configura su registro privado de Docker para usar la autenticación con token de portador, las 
credenciales de inicio de sesión se envían a su servidor de autorización, que devuelve un token de 
portador que luego se puede usar para autenticarse en el registro privado de Docker.

Conceder permiso de rol de ejecución a Lambda

El rol de ejecución que utilice para llamar a create_model debe tener permisos para llamar a las 
funciones AWS Lambda. Agregue los siguientes permisos como una política en línea al rol de IAM de 
ejecución de tareas.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "lambda:InvokeFunction" 
    ], 
    "Resource": [ 

Usar el código de inferencia propio 5970

https://boto3.amazonaws.com/v1/documentation/api/latest/reference/services/sagemaker.html#SageMaker.Client.create_model


Amazon SageMaker Guía para desarrolladores

        "arn:aws:lambda:*:*:function:*myLambdaFunction*" 
    ]
}

Donde myLambdaFunction es el nombre de su función de Lambda. Para obtener más información 
acerca de cómo editar la política de permisos, consulte Modificación de una política de permisos de 
rol (consola) en la Guía del usuario de AWS Identity and Access Management.

Note

Un rol de ejecución con la política administrada AmazonSageMakerFullAccess asociada 
tiene permiso para llamar cualquier función de Lambda que tenga SageMaker en su nombre.

Crear un punto de conexión de VPC de la interfaz para Lambda

Cree un punto de conexión de interfaz para que su VPC de Amazon pueda comunicarse con su 
función AWS Lambda sin enviar tráfico a través de Internet. Para obtener más información sobre 
cómo hacerlo, consulte Conexión de puntos de conexión de VPC de la interfaz de entrada para 
Lambda en la AWS LambdaGuía para desarrolladores.

El alojamiento de SageMaker envía una solicitud a través de la VPC a
lambda.region.amazonaws.com para llamar a su función de Lambda. Si elige un nombre de 
DNS privado al crear el punto de conexión de la interfaz, Amazon Route 53 dirige la llamada al punto 
de conexión de la interfaz Lambda. Si utiliza un proveedor de DNS diferente, asegúrese de asignar
lambda.region.amazonaws.com al punto de conexión de la interfaz Lambda.

Usar el código de inferencia propio con la transformación por lotes

En esta sección se explica cómo Amazon SageMaker interactúa con un contenedor de Docker que 
ejecuta su propio código de inferencia para la transformación por lotes. Utilice esta información para 
escribir el código de inferencia y crear una imagen de Docker.

Temas

• Cómo ejecuta SageMaker la imagen de inferencia

• Cómo carga SageMaker los artefactos del modelo

• Cómo los contenedores ofrecen solicitudes

• Cómo debe responder su contenedor a las solicitudes de inferencia
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• Cómo debe responder su contenedor a las solicitudes de comprobación de estado (ping)

Cómo ejecuta SageMaker la imagen de inferencia

Para configurar un contenedor para que se inicie como un archivo ejecutable, utilice una instrucción
ENTRYPOINT en un Dockerfile. Tenga en cuenta lo siguiente:

• Para las transformaciones por lotes, SageMaker invoca el modelo en su nombre. SageMaker 
ejecuta el contenedor de la siguiente manera:

docker run image serve

La entrada a las transformaciones por lotes debe tener un formato que se pueda dividir en archivos 
más pequeños para procesarlos en paralelo. Estos formatos incluyen CSV, JSON, JSON Lines,
TFRecord y RecordIO.

SageMaker anula las declaraciones CMD predeterminadas en un contenedor especificando el 
argumento serve después del nombre de imagen. El argumento serve anula los argumentos que 
proporciona con el comando CMD en el Dockerfile.

 

• Le recomendamos que utilice la forma exec de la instrucción ENTRYPOINT:

ENTRYPOINT ["executable", "param1", "param2"]

Por ejemplo:

ENTRYPOINT ["python", "k_means_inference.py"]

 

• SageMaker establece las variables de entorno especificadas en CreateModel y
CreateTransformJob en el contenedor. Además, se rellenan las siguientes variables de 
entorno:

• SAGEMAKER_BATCH se establece en true cuando se ejecuta el contenedor en 
transformaciones por lotes.

• SAGEMAKER_MAX_PAYLOAD_IN_MB se establece en la carga de mayor tamaño que se envía al 
contenedor a través de HTTP.
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• SAGEMAKER_BATCH_STRATEGY se establece en SINGLE_RECORD cuando el contenedor 
se envía un solo registro para cada llamada a invocaciones y MULTI_RECORD cuando el 
contenedor obtiene tantos registros como los que caben en la carga.

• SAGEMAKER_MAX_CONCURRENT_TRANSFORMS se establece en el número máximo de 
solicitudes de /invocations que pueden abrirse de forma simultánea.

Note

Las últimas tres variables de entorno proceden de la llamada a la API realizadas por el 
usuario. Si el usuario no establece valores para ellos, no se transmiten. En ese caso, se 
utilizan los valores predeterminados o los valores solicitados por el algoritmo (en respuesta 
a los /execution-parameters).

• Si tiene previsto utilizar los dispositivos GPU para inferencias de modelos (especificando instancias 
de computación de ML basadas en GPU en su solicitud CreateTransformJob), asegúrese de 
que los contenedores son compatibles con nvidia-docker. No cree un paquete con controladores 
de NVIDIA con la imagen. Para obtener más información sobre nvidia-docker, consulte NVIDIA/
nvidia-docker.

 

• No puede utilizar el inicializador init como punto de entrada en los contenedores de , ya que se 
confunde con los argumentos de servicio y capacitación.

Cómo carga SageMaker los artefactos del modelo

En una solicitud CreateModel, las definiciones de contenedor incluyen el parámetro
ModelDataUrl, que identifica la ubicación de Amazon S3 en la que se almacenan los artefactos 
de modelo. Cuando se utiliza SageMaker para ejecutar inferencias, utiliza esta información para 
determinar desde dónde copiar los artefactos del modelo. Copia los artefactos en el directorio /opt/
ml/model en el contenedor de Docker para que los utilice el código de interferencia.

El parámetro ModelDataUrl debe apuntar a un archivo tar.gz. De lo contrario, SageMaker no 
puede descargar el archivo. Si capacita un modelo en SageMaker, este guarda los artefactos como 
un único archivo tar comprimido en Amazon S3. Si entrena un modelo en otro marco, necesitará 
almacenar los artefactos del modelo en Amazon S3 como un archivo tar comprimido. Sagemaker 
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descomprime este archivo tar y lo guarda en el directorio /opt/ml/model del contenedor antes de 
que comience el trabajo de transformación por lotes.

Cómo los contenedores ofrecen solicitudes

Los contenedores deben implementar un servidor web que responda a las invocaciones y solicitudes 
de ping en el puerto 8080. Para las transformaciones por lotes, tiene la opción de definir algoritmos 
para implementar solicitudes execution-parameters que proporcionen una configuración dinámica del 
tiempo de ejecución a SageMaker. SageMaker utiliza los siguientes puntos de conexión:

• ping: se utiliza para comprobar periódicamente el estado del contenedor. Sagemaker espera 
un código de estado 200 HTTP y un cuerpo vacío para que una solicitud de ping se realice 
correctamente antes de enviar una solicitud de invocación. Podría utilizar una solicitud de ping 
para cargar un modelo en la memoria con objeto de generar inferencias al enviar las solicitudes de 
invocaciones.

• (Opcional)execution-parameters: permite que el algoritmo proporcione los parámetros de 
ajuste óptimos para un trabajo durante el tiempo de ejecución. El algoritmo elige los valores
MaxConcurrentTransforms, BatchStrategy y MaxPayloadInMB apropiados para el trabajo 
en función de la memoria y las CPU disponibles para un contenedor.

Antes de llamar a la solicitud de invocaciones, SageMaker intenta invocar la solicitud execution-
parameters. Al crear un trabajo de transformación por lotes, puede proporcionar valores para los 
parámetros MaxConcurrentTransforms, BatchStrategy y MaxPayloadInMB. SageMaker 
determina los valores de estos parámetros utilizando este orden de prioridad:

1. Los valores de los parámetros que se proporcionan al crear la solicitud CreateTransformJob.

2. Los valores que devuelve el contenedor de modelos cuando SageMaker invoca el punto de enlace 
de execution-parameters.

3. Los valores predeterminados de los parámetros, que se muestran en la siguiente tabla.

Parámetro Valores predeterminados

MaxConcurrentTransforms 1

BatchStrategy MULTI_RECORD

MaxPayloadInMB 6
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La respuesta para una solicitud execution-parameters GET es un objeto JSON con claves para los 
parámetros MaxConcurrentTransforms, BatchStrategy y MaxPayloadInMB. Este es un 
ejemplo de respuesta válida:

{
“MaxConcurrentTransforms”: 8,
“BatchStrategy": "MULTI_RECORD",
"MaxPayloadInMB": 6
}

Cómo debe responder su contenedor a las solicitudes de inferencia

Para obtener inferencias, Amazon SageMaker envía una solicitud POST al contenedor de inferencia. 
El cuerpo de la solicitud POST contiene datos de Amazon S3. Amazon SageMaker pasa la solicitud 
al contenedor, devuelve el resultado de la inferencia del contenedor y guarda los datos de la 
respuesta a Amazon S3.

Para recibir solicitudes de inferencia, el contenedor debe tener un servidor web que realice la 
escucha en el puerto 8080 y que acepte las solicitudes POST al punto de enlace /invocations. 
El tiempo de espera de la solicitud de inferencia y el número máximo de reintentos se pueden 
configurar a través de ModelClientConfig.

Cómo debe responder su contenedor a las solicitudes de comprobación de estado (ping)

El requisito más sencillo en el contenedor es responder con un código de estado HTTP 200 y un 
cuerpo vacío. Esto indica a que el contenedor está listo para aceptar solicitudes de inferencia en el 
punto de conexión /invocations.

Puesto que la barrera mínima es que el contenedor devuelva un código 200 estático, un 
desarrollador del contenedor puede usar esta funcionalidad para realizar más comprobaciones. El 
tiempo de espera de la solicitud en los intentos de /ping es de 2 segundos.

Ejemplos y más información: usar algoritmo o modelo propio

Los siguientes cuadernos de Jupyter y la información adicional muestran cómo utilizar sus 
propios algoritmos o modelos previamente entrenados desde una instancia de Amazon Notebook. 
SageMaker Para obtener enlaces a los GitHub repositorios con los Dockerfiles prediseñados para 
TensorFlow MXNet, Chainer y los PyTorch marcos, así como instrucciones sobre el uso de los AWS 
SDK for Python (Boto3) estimadores para ejecutar sus propios algoritmos de entrenamiento en 
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Learner y sus propios modelos en el SageMaker alojamiento, consulte SageMaker Imágenes de 
Docker de Sagemaker precompiladas para aprendizaje profundo

Configuración

1. Cree una instancia de bloc de notas. SageMaker Para obtener instrucciones sobre cómo crear y 
obtener acceso a instancias de cuaderno de Jupyter, consulte Instancias de Amazon SageMaker 
Notebook.

2. Abra la instancia de cuaderno creada.

3. Seleccione la pestaña SageMaker Ejemplos para ver una lista de todos los cuadernos de 
SageMaker ejemplo.

4. Abre los cuadernos de muestra desde la sección Funcionalidad avanzada de tu bloc de notas o 
desde los GitHub enlaces proporcionados. Para abrir un bloc de notas, elija su pestaña Usar y, a 
continuación, elija Crear copia.

Alojar modelos entrenados en Scikit-learn

Para aprender a alojar modelos entrenados en Scikit-learn para hacer predicciones SageMaker 
insertándolos en contenedores k-means y XGBoost propios, consulta los siguientes ejemplos de 
cuadernos.

• kmeans_bring_your_own_model

• xgboost_bring_your_own_model

Modelos Package TensorFlow y Scikit-learn para su uso en SageMaker

Para aprender a empaquetar los algoritmos que ha desarrollado TensorFlow y los marcos de scikit-
learn para su entrenamiento e implementación en el SageMaker entorno, consulte los siguientes 
cuadernos. Muestran cómo crear, registrar e implementar sus propios contenedores de Docker 
mediante los Dockerfiles.

• tensorflow_bring_your_own

• scikit_bring_your_own
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Entrene e implemente una red neuronal en SageMaker

Para aprender a entrenar una red neuronal localmente con MXNet o TensorFlow, luego, crear 
un punto final a partir del modelo entrenado e implementarlo SageMaker, consulte los siguientes 
cuadernos. El modelo MXNet está capacitada para reconocer los números escritos a mano desde el 
conjunto de datos MNIST. El TensorFlow modelo está entrenado para clasificar los iris.

• mxnet_mnist_byom

• TensorFlow_de OM_IRIS

Entrenamiento en modo canalización

Para obtener información sobre cómo utilizar un Dockerfile para crear un contenedor que llame 
a train.py script y utilice un modo de canalización para entrenar de forma personalizada 
un algoritmo, consulte el siguiente cuaderno. En modo de canalización, los datos de entrada se 
transfieren al algoritmo mientras se capacita. Esto puede reducir el tiempo de capacitación en 
comparación con el uso del modo de archivo.

• pipe_bring_your_own

Aportar el modelo R propio

Para aprender a añadir una imagen R personalizada para crear y entrenar un modelo en un 
cuaderno AWS SMS, consulte la siguiente entrada del blog. Esta entrada de blog utiliza un ejemplo 
de Dockerfile R de una biblioteca de ejemplos de imágenes personalizadas de SageMaker Studio 
Classic.

• Incorpora tu propio entorno R a Amazon SageMaker Studio Classic

Amplíe una imagen de PyTorch contenedor prediseñada

Para obtener información sobre cómo ampliar una imagen de SageMaker PyTorch contenedor 
prediseñada cuando el algoritmo o modelo no admite requisitos funcionales adicionales, consulte el 
siguiente cuaderno.

• BERTtopic_extending_container
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Para obtener más información sobre cómo extender un contenedor, consulte Extender un contenedor 
precompilado.

Entrenar y depurar los trabajos de entrenamiento en un contenedor 
personalizado

Para aprender a entrenar y depurar trabajos de entrenamiento con SageMaker Debugger, consulta 
el siguiente cuaderno. Un guion de entrenamiento proporcionado en este ejemplo utiliza el modelo 
TensorFlow Keras ResNet 50 y el conjunto de datos CIFAR10. Se crea un contenedor personalizado 
de Docker con el script de entrenamiento y se envía a Amazon ECR. Mientras se ejecuta el trabajo 
de entrenamiento, Debugger recopila los resultados de los tensores e identifica los problemas 
de depuración. Con las herramientas de la biblioteca del cliente smdebug, puede configurar un 
objeto de prueba smdebug que invoque el trabajo de entrenamiento y la información de depuración, 
comprobar el estado de las reglas de entrenamiento y depuración y recuperar los tensores 
guardados en un bucket de Amazon S3 para analizar los problemas de entrenamiento.

• build_your_own_container_with_debugger

Solución de problemas con contenedores de Docker

A continuación se indican errores comunes que podría encontrarse al utilizar contenedores de 
Docker con SageMaker. Cada error va seguido de una solución al error.

• Error: SageMaker ha perdido el daemon de Docker.

Para corregir este error, reinicie Docker con el siguiente comando.

sudo service docker restart

• Error: El directorio /tmp de su contenedor de Docker se ha quedado sin espacio.

Los contenedores Docker utilizan las particiones / y /tmp para almacenar el código. Estas 
particiones se pueden llenar fácilmente cuando se utilizan módulos de código grandes en modo 
local. El SageMaker Python SDK permite especificar un directorio temporal personalizado para el 
directorio raíz del modo local para evitar este problema.

Para especificar el directorio temporal personalizado en el almacenamiento de volúmenes 
de EBS, cree un archivo en la siguiente ruta ~/.sagemaker/config.yaml y añada la 
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siguiente configuración. El directorio que especifique como container_root ya debe existir. El 
SageMaker Python SDK no intentará crearlo.

local: 
  container_root: /home/ec2-user/SageMaker/temp

Con esta configuración, el modo local usa el directorio /temp y no el directorio /tmp
predeterminado.
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Configurar la seguridad en Amazon SageMaker

La seguridad en la nube de AWS es la máxima prioridad. Como cliente de AWS, se beneficia de una 
arquitectura de red y un centro de datos diseñados para satisfacer los requisitos de seguridad de las 
organizaciones más exigentes.

La seguridad es una responsabilidad compartida entre AWS y el usuario. El modelo de 
responsabilidad compartida la describe como seguridad de la nube y seguridad en la nube:

• Seguridad de la nube: AWS es responsable de proteger la infraestructura que ejecuta los 
servicios de AWS en la nube de AWS. AWS también proporciona servicios que puede utilizar 
de forma segura. Auditores independientes prueban y verifican periódicamente la eficacia de 
nuestra seguridad en el marco de los programas de conformidad de AWS. Para obtener más 
información sobre los programas de conformidad que se aplican a Amazon SageMaker, consulta
AWSServicios incluidos en el ámbito de aplicación por programa de conformidad.

• Seguridad en la nube: su responsabilidad se determina según el servicio de AWS que utilice. 
También es responsable de otros factores, incluida la confidencialidad de los datos, los requisitos 
de la empresa y la legislación y la normativa aplicables.

Esta documentación te ayuda a entender cómo aplicar el modelo de responsabilidad compartida 
cuando lo utilices SageMaker. Los siguientes temas muestran cómo configurarlo SageMaker para 
cumplir sus objetivos de seguridad y conformidad. También aprenderá a utilizar otros AWS servicios 
que le ayudan a supervisar y proteger sus SageMaker recursos.

Temas

• Privacidad de datos en Amazon SageMaker

• Protección de datos en Amazon SageMaker

• Identity and Access Management para Amazon SageMaker

• Registro y supervisión

• Validación de conformidad para Amazon SageMaker

• Resiliencia en Amazon SageMaker

• Seguridad de infraestructuras en Amazon SageMaker
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Privacidad de datos en Amazon SageMaker

Amazon SageMaker recopila información agregada sobre el uso de bibliotecas AWS propias y de 
código abierto que se utilizan durante la formación. SageMaker utiliza estos metadatos agregados 
para mejorar los servicios y la experiencia del cliente.

En las siguientes secciones se explica el tipo de metadatos que se SageMaker recopilan y cómo 
excluirse de la recopilación de metadatos.

Tipos de información recopilada

Información de uso

Metadatos AWS de bibliotecas propias y de código abierto que se utilizan con fines de 
SageMaker formación, como las que se utilizan para la formación distribuida, la compilación y la 
cuantificación.

Errores

Errores debidos a un comportamiento inesperado, como fallos, bloqueos, cascadas y fallos que 
se producen al interactuar con la plataforma de formación. SageMaker

¿Cómo excluirse de la recopilación de metadatos

Puede optar por no compartir los metadatos agregados con la SageMaker formación al crear un 
trabajo de formación mediante la CreateTrainingJob API. Si utilizas la consola para crear 
trabajos de formación, la recopilación de metadatos está desactivada de forma predeterminada.

Important

Debe optar por excluirse de la recopilación de metadatos para cada trabajo de formación que 
envíe. También debe optar por no participar en una llamada a la API, como se muestra en los 
siguientes ejemplos. No puedes optar por no participar en un guion de formación.

La siguiente sección muestra cómo puede excluirse de la recopilación de metadatos mediante el 
AWS CLIAWS SDK for Python (Boto3), o el SDK de SageMaker Python.
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Opte por no participar en la recopilación de metadatos mediante AWS Command Line 
Interface (AWS CLI)

Para excluirse de la recopilación de metadatos mediante elAWS CLI, OPT_OUT_TRACKING defina la 
variable de entorno 1 en la create-training-job API, como se muestra en el siguiente ejemplo 
de código.

aws sagemaker create-training-job \
--training-job-name your_job_name \
--algorithm-specification AlgorithmName=your_algorithm_name\
--output-data-config S3OutputPath=s3://bucket-name/key-name-prefix \
--resource-config InstanceType=ml.c5.xlarge, InstanceCount=1 \
--stopping-condition MaxRuntimeInSeconds=100 \
--environment OPT_OUT_TRACKING=1

Opte por no participar en la recopilación de metadatos mediante el AWS SDK for 
Python (Boto3)

Para excluirte de la recopilación de metadatos mediante el SDK para Python (Boto3), establece la 
variable OPT_OUT_TRACKING de entorno en la create_training_job API, tal y como se muestra
1 en el siguiente ejemplo de código.

boto3.client('sagemaker').create_training_job( 
    TrainingJobName='your_training_job', 
    AlgorithmSpecification={ 
        'AlgorithmName': 'your_algorithm_name', 
        'TrainingInputMode': 'File', 
    }, 
    RoleArn='your_arn', 
    OutputDataConfig={ 
        'S3OutputPath': 's3://bucket-name/key-name-prefix', 
    }, 
    ResourceConfig={ 
        'InstanceType': 'ml.m4.xlarge', 
        'InstanceCount': 1, 
        'VolumeSizeInGB': 123, 
    }, 
    StoppingCondition={ 
        'MaxRuntimeInSeconds': 123, 
    }, 
    Environment={ 
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        'OPT_OUT_TRACKING': '1' 
    },
)

Optar por no participar en la recopilación de metadatos mediante el SDK de 
SageMaker Python

Para excluirse de la recopilación de metadatos mediante el SDK de SageMaker Python,
OPT_OUT_TRACKING defina la variable de entorno como 1 dentro de un SageMaker estimador, 
como se muestra en el siguiente ejemplo de código.

sagemaker.estimator( 
    image_uri='path_to_container', 
    role='rolearn', 
    instance_count=1,  
    instance_type='ml.c5.xlarge',  
    environment={ 
        'OPT_OUT_TRACKING': '1' 
    },  
)

Opte por no participar en la recopilación de metadatos en toda la cuenta

Si quieres excluirte de la recopilación de metadatos de varias cuentas, puedes configurar una 
variable de entorno para excluirte del seguimiento en toda la cuenta. Debe usar el SDK de 
SageMaker Python para excluirse de la recopilación de metadatos a nivel de cuenta.

El siguiente ejemplo de código muestra cómo excluirse del seguimiento en toda la cuenta.

SchemaVersion: '1.0'
SageMaker: 
  TrainingJob: 
    Environment: 
      'OPT_OUT_TRACKING': '1'

Para obtener más información sobre cómo excluirse del seguimiento en toda la cuenta, consulta
Configuración y uso de valores predeterminados con el SDK de Python SageMaker .

Información adicional

Si tu servicio descendente depende de la formación SageMaker
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Si opera un servicio que se basa en la SageMaker formación, le recomendamos encarecidamente 
que informe a su cliente sobre la recopilación agregada de metadatos en la plataforma de 
SageMaker formación y que le dé la opción de excluirse. Como alternativa, puede optar por excluirse 
de la recopilación de metadatos en nombre de su cliente.

Si es cliente o cliente de un servicio que utiliza la SageMaker formación

Si es cliente o cliente de un servicio que utiliza la SageMaker formación, utilice el método que 
prefiera en la sección anterior para excluirse de la recopilación de metadatos.

Protección de datos en Amazon SageMaker

El AWS modelo de se aplica a protección de datos en Amazon SageMaker. Como se describe en 
este modelo, AWS es responsable de proteger la infraestructura global que ejecuta la totalidad de 
Nube de AWS. Usted es responsable de mantener el control sobre el contenido alojado en esta 
infraestructura. Usted también es responsable de las tareas de administración y configuración 
de seguridad para los Servicios de AWS que utiliza. Para obtener más información sobre la 
privacidad de los datos, consulte las Preguntas frecuentes sobre la privacidad de datos. Para obtener 
información sobre la protección de datos en Europa, consulte la publicación de blog Modelo de 
responsabilidad compartida y GDPR de AWS en el Blog de seguridad de AWS.

Con fines de protección de datos, recomendamos proteger las credenciales de la cuenta de Cuenta 
de AWS y configurar cuentas de usuario individuales con AWS IAM Identity Center o AWS Identity 
and Access Management (IAM). De esta manera, solo se otorgan a cada usuario los permisos 
necesarios para cumplir sus obligaciones laborales. También recomendamos proteger sus datos de 
la siguiente manera:

• Utilice autenticación multifactor (MFA) en cada cuenta.

• Utilice SSL/TLS para comunicarse con los recursos de AWS. Se recomienda el uso de TLS 1.2 y 
recomendamos TLS 1.3.

• Configure la API y el registro de actividad del usuario con AWS CloudTrail.

• Utilice las soluciones de cifrado de AWS, junto con todos los controles de seguridad 
predeterminados dentro de los Servicios de AWS.

• Utilice servicios de seguridad gestionados avanzados, como Amazon Macie, que lo ayuden a 
detectar y proteger los datos confidenciales almacenados en Amazon S3.

• Si necesita módulos criptográficos validados FIPS 140-2 al acceder a AWS a través de una 
interfaz de la línea de comandos o una API, utilice un punto de conexión de FIPS. Para obtener 
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más información sobre los puntos de conexión de FIPS disponibles, consulte Estándar de 
procesamiento de la información federal (FIPS) 140-2.

Se recomienda encarecidamente no introducir nunca información confidencial o sensible, como, 
por ejemplo, direcciones de correo electrónico de clientes, en etiquetas o campos de formato 
libre, tales como el campo Nombre. Esto incluye cuando trabajas con Amazon SageMaker u otros 
Servicios de AWS usuarios mediante la consola, la API o AWS los SDK. AWS CLI Cualquier dato 
que ingrese en etiquetas o campos de formato libre utilizados para nombres se puede emplear 
para los registros de facturación o diagnóstico. Si proporciona una URL a un servidor externo, 
recomendamos encarecidamente que no incluya información de credenciales en la URL a fin de 
validar la solicitud para ese servidor.

Temas

• Protección mediante cifrado de datos en reposo

• Protección de los datos en tránsito con cifrado

• Administración de claves

• Privacidad del tráfico entre redes

Protección mediante cifrado de datos en reposo

Para proteger las libretas y las instancias de SageMaker libretas de Amazon SageMaker Studio, 
junto con los datos de creación de modelos y los artefactos de los modelos, SageMaker cifra las 
libretas y los resultados de las tareas de Training y Batch Transform. SageMaker los cifra de forma 
predeterminada mediante la clave AWS gestionada de Amazon S3. Esta clave administrada por 
AWS para Amazon S3 no se puede compartir para el acceso entre cuentas. Para el acceso entre 
cuentas, especifique la clave administrada por el cliente al crear SageMaker los recursos para que 
se pueda compartir para el acceso entre cuentas. Para la salida de datos a Amazon S3 Express One 
Zone, los datos se cifran con cifrado del lado del servidor con claves administradas de Amazon S3 
(SSE-S3). Para obtener más información sobre AWS KMS, consulte ¿Qué es AWS Key Management 
Service?

Temas

• Cuadernos de Studio

• Registra instancias, SageMaker trabajos y puntos de conexión

• SageMaker capacidades geoespaciales
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Cuadernos de Studio

En Amazon SageMaker Studio, las libretas y los datos de SageMaker Studio se pueden almacenar 
en las siguientes ubicaciones:

• Un bucket S3: cuando te incorporas a Studio y habilitas recursos de bloc de notas que se pueden 
compartir, SageMaker comparte instantáneas y metadatos del bloc de notas en un bucket de 
Amazon Simple Storage Service (Amazon S3).

• Un volumen de EFS: cuando se incorpora a Studio, SageMaker adjunta un volumen de Amazon 
Elastic File System (Amazon EFS) a su dominio para almacenar las libretas y los archivos de datos 
de Studio. El volumen EFS persiste después de eliminar el dominio.

• Un volumen de EBS: cuando abre un cuaderno en Studio, se asocia un Amazon Elastic Block 
Store (Amazon EBS) a la instancia en la que se ejecuta el cuaderno. El volumen de EBS se 
conserva mientras dure la instancia.

SageMaker usa AWS Key Management Service (AWS KMS) para cifrar el bucket de S3 y ambos 
volúmenes. De forma predeterminada, utiliza una clave KMS administrada en una cuenta AWS 
de servicio. Para tener más control, puedes especificar tu propia clave gestionada por el cliente al 
iniciar sesión en Studio o a través de la SageMaker API. Para obtener más información, consulte
Descripción general SageMaker de Amazon Domain y CreateDomain.

En la API CreateDomain, se utiliza el parámetro S3KmsKeyId para especificar la clave 
administrada por el cliente para los cuadernos que se pueden compartir. El parámetro KmsKeyId
se utiliza para especificar la clave administrada por el cliente para los volúmenes de EFS y EBS. Se 
utiliza la misma clave administrada por el cliente para ambos volúmenes. La clave administrada por 
el cliente para los cuadernos que se pueden compartir puede ser la misma clave administrada por el 
cliente que se utilizó para los volúmenes o una clave administrada por el cliente diferente.

Registra instancias, SageMaker trabajos y puntos de conexión

Para cifrar el volumen de almacenamiento de aprendizaje automático (ML) adjunto a las libretas, 
los trabajos de procesamiento, los trabajos de formación, los trabajos de ajuste de hiperparámetros, 
los trabajos de transformación por lotes y los puntos finales, puede pasar una clave a. AWS 
KMS SageMaker Si no especifica ninguna clave de KMS, SageMaker cifrará los volúmenes de 
almacenamiento con una clave transitoria y la descartará inmediatamente después de finalizar el 
cifrado. En el caso de las instancias de notebook, si no especificas una clave KMS, SageMaker cifra 
tanto los volúmenes del sistema operativo como los volúmenes de datos de aprendizaje automático 
con una clave KMS administrada por el sistema.
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Puede utilizar una clave de AWS KMS administrada por AWS para cifrar todos los volúmenes de SO 
de la instancia. Puede cifrar todos los volúmenes de datos de ML de todas las SageMaker instancias 
con la AWS KMS clave que especifique. Los volúmenes de almacenamiento de ML se montan de la 
siguiente manera:

• Blocs de notas: /home/ec2-user/SageMaker

• Procesamiento: /opt/ml/processing y /tmp/

• Capacitación: /opt/ml/ y /tmp/

• Lote: /opt/ml/ y /tmp/

• Puntos de enlace: /opt/ml/ y /tmp/

Los contenedores de trabajos de entrenamiento, transformación por lotes y procesamiento tienen 
una naturaleza efímera. Cuando el trabajo se completa, la salida se carga en Amazon S3 utilizando 
el cifrado de AWS KMS (con una clave de AWS KMS opcional que especifique) y la instancia se 
elimina. Si no se proporciona ninguna AWS KMS clave en la solicitud de trabajo, SageMaker utilice 
la AWS KMS clave predeterminada de Amazon S3 para la cuenta de su función. Si los datos de 
salida se almacenan en Amazon S3 Express One Zone, se cifran con cifrado del lado del servidor 
con claves administradas de Amazon S3 (SSE-S3).

Note

La política de claves de una clave administrada por AWS para Amazon S3 no se puede 
editar, por lo que no se pueden conceder permisos entre cuentas para estas políticas 
de claves. Si el bucket de Amazon S3 de salida de la solicitud proviene de otra cuenta, 
especifique su propia clave de cliente de AWS KMS en la solicitud de trabajo y asegúrese de 
que el rol de ejecución del trabajo tenga permisos para cifrar los datos con ella.

Important

La información confidencial que por razones de conformidad tenga que cifrarse con una 
clave de KMS debe almacenarse en el volumen de almacenamiento de ML o en Amazon S3, 
ya que ambos permiten especificar una clave de KMS para el cifrado.
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Al abrir una instancia de bloc de notas, la SageMaker guarda junto con todos los archivos asociados 
a ella en la SageMaker carpeta del volumen de almacenamiento de ML de forma predeterminada. 
Cuando se detiene una instancia del bloc de notas, SageMaker crea una instantánea del volumen de 
almacenamiento de ML. Todas las personalizaciones del sistema operativo de la instancia detenida 
se pierden, como las bibliotecas personalizadas instaladas o la configuración del nivel del sistema 
operativo. Considere la posibilidad de utilizar una configuración de ciclo de vida para automatizar 
las personalizaciones de la instancia de bloc de notas predeterminada. Al terminar una instancia, 
se eliminan la instantánea y el volumen de almacenamiento de ML. Cualquier dato que tenga que 
perdurar durante más tiempo que la vida útil de la instancia del cuaderno deberá transferirse a un 
bucket de Amazon S3.

Note

Algunas SageMaker instancias basadas en Nitro incluyen almacenamiento local, según el 
tipo de instancia. Los volúmenes de almacenamiento local se cifran mediante un módulo 
de hardware en la instancia. No puede usar una clave de KMS en un tipo de instancia 
con almacenamiento local. Para obtener una lista de los tipos de instancia que admiten 
el almacenamiento de instancias local, consulte Volúmenes de almacén de instancias. 
Para obtener más información acerca de los volúmenes de almacenamiento en instancias 
basadas en Nitro, consulte Amazon EBS y NVMe en instancias de Linux.
Para obtener más información acerca del cifrado de almacenamiento de instancias local, 
consulte Volúmenes de almacén de instancias SSD.

SageMaker capacidades geoespaciales

Puede proteger sus datos en reposo mediante el cifrado geoespacial. SageMaker

Cifrado del lado del servidor con clave SageMaker geoespacial propiedad de Amazon 
(predeterminada)

Las capacidades SageMaker geoespaciales de Amazon cifran todos sus datos, incluidos 
los resultados computacionales de sus metadatos de servicio EarthObservationJobs
VectorEnrichmentJobs y los de todos ellos. No hay datos almacenados en Amazon SageMaker 
sin cifrar. Se utiliza una Clave propiedad de AWS para cifrar todos sus datos.

Cifrado del lado del servidor con claves de KMS almacenadas en AWS Key Management Service 
(SSE-KMS)
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Las capacidades SageMaker geoespaciales de Amazon admiten el cifrado mediante una clave KMS 
propiedad del cliente. Para obtener más información, consulte Utilizar AWS KMS permisos para las 
capacidades SageMaker geoespaciales de Amazon.

Protección de los datos en tránsito con cifrado

Todos los datos en tránsito entre redes admiten el cifrado TLS 1.2. Se recomienda utilizar TLS 1.3.

Con Amazon SageMaker, los artefactos de los modelos de aprendizaje automático (ML) y otros 
artefactos del sistema se cifran en tránsito y en reposo. Las solicitudes a la SageMaker API y a 
la consola se realizan a través de una conexión segura (SSL). Usted transfiere AWS Identity and 
Access Management las funciones SageMaker a para proporcionar permisos de acceso a los 
recursos en su nombre con fines de formación e implementación.

Algunos datos en tránsito entre redes (dentro de la plataforma de servicios) no están cifrados. Esto 
incluye:

• Comando y control de las comunicaciones entre el plano de control de servicio y las instancias de 
trabajo de capacitación (no los datos del cliente).

• Comunicaciones entre nodos en trabajos de procesamiento distribuidos (dentro de la red).

• Comunicaciones entre nodos en trabajos de entrenamiento distribuidos (dentro de la red).

No hay comunicaciones entre nodos para el procesamiento por lotes.

Puede optar por cifrar la comunicación entre los nodos de un clúster de entrenamiento.

Note

Para los casos de uso en el sector sanitario, la práctica de seguridad recomendada es cifrar 
la comunicación entre los nodos.

Para obtener información acerca de cómo cifrar la comunicación, consulte el siguiente tema en
Protección de las comunicaciones entre instancias de computación de machine learning en un 
trabajo de entrenamiento distribuido.
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Note

El cifrado de tráfico entre contenedores puede aumentar el tiempo de entrenamiento, 
especialmente si se utilizan algoritmos de aprendizaje profundo distribuidos. Para los 
algoritmos afectadas, agregar este nivel de seguridad adicional también aumenta los costos. 
Por lo general, el tiempo de entrenamiento de la mayoría de los algoritmos SageMaker 
integrados, como XGBoost, DeepAR y Linear Learner, no se ve afectado.

Los puntos finales validados por FIPS están disponibles para la SageMaker API y el router de 
solicitud para los modelos alojados (tiempo de ejecución). Para obtener información acerca de los 
puntos de enlace conformes con FIPS, consulte Federal Information Processing Standard (FIPS) 
140-2.

Proteja las comunicaciones con RStudio en Amazon SageMaker

RStudio en Amazon SageMaker proporciona cifrado para todas las comunicaciones que involucran 
SageMaker componentes. Sin embargo, la versión anterior no admitía el cifrado entre las 
aplicaciones R StudioServerPro y RSession.

RStudio lanzó la versión 2022.02.2-485.pro2 en abril de 2022. Esta versión admite el cifrado entre 
las aplicaciones R StudioServerPro y RSession para habilitar el end-to-end cifrado. Sin embargo, 
la actualización de la versión no es completamente compatible con versiones anteriores. Como 
resultado, debe actualizar todas las aplicaciones R StudioServerPro y RSession. Para obtener 
información sobre cómo actualizar las aplicaciones, consulte Actualizar la versión de RStudio.

Protección de las comunicaciones entre instancias de computación de machine 
learning en un trabajo de entrenamiento distribuido

De forma predeterminada, Amazon SageMaker ejecuta los trabajos de formación en una Amazon 
Virtual Private Cloud (Amazon VPC) para ayudar a mantener tus datos seguros. Puede añadir 
otro nivel de seguridad para proteger los contenedores de capacitación y los datos mediante la 
configuración de una VPC privada. Los algoritmos y los marcos de trabajo de ML distribuidos suelen 
trasmitir información que está directamente relacionada con el modelo, como ponderaciones, no con 
el conjunto de datos de entrenamiento. Al realizar la capacitación distribuida, puede proteger aún 
más los datos que se transmiten entre instancias. Esto puede ayudarle a cumplir con los requisitos 
reglamentarios. Para ello, utilice el cifrado de tráfico entre contenedores.
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Note

Para los casos de uso en el sector sanitario, la práctica de seguridad recomendada es cifrar 
la comunicación entre los nodos.

La habilitación del cifrado de tráfico entre contenedores puede aumentar el tiempo de capacitación, 
especialmente si se utilizan algoritmos de aprendizaje profundo distribuidos. La habilitación del 
cifrado de tráfico entre contenedores no afecta a los trabajos de capacitación con una sola instancia 
de computación. Sin embargo, en los trabajos de capacitación con varias instancias de computación, 
el efecto en la duración de la capacitación depende de la cantidad de comunicación entre instancias 
informáticas. Para los algoritmos afectadas, el hecho de añadir esta nivel de seguridad adicional 
también aumenta los costos. Por lo general, el tiempo de entrenamiento de la mayoría de los 
algoritmos SageMaker integrados, como XGBoost, DeepAR y Linear Learner, no se ve afectado.

Puede habilitar el cifrado de tráfico entre contenedores para los trabajos de capacitación o de ajuste 
de hiperparámetros. Puede usar SageMaker las API o la consola para habilitar el cifrado del tráfico 
entre contenedores.

Para obtener información sobre la ejecución de trabajos de capacitación en una VPC privada, 
consulte Ofrezca a los trabajos de SageMaker formación acceso a los recursos de su Amazon VPC.

Habilitación del cifrado de tráfico entre contenedores (API)

Antes de habilitar el cifrado de tráfico entre contenedores en trabajos de entrenamiento o de ajuste 
de hiperparámetros mediante las API, agregue reglas de entrada y de salida al grupo de seguridad 
de la VPC privada.

Para habilitar el cifrado de tráfico entre contenedores (API)

1. Añada las siguientes reglas de entrada y salida al grupo de seguridad de la VPC privada:

Protocolo Rango de 
puertos

Origen

UDP 500 ID de grupo de seguridad propio

ESP 50 N/A ID de grupo de seguridad propio

Protección de los datos en tránsito con cifrado 5991



Amazon SageMaker Guía para desarrolladores

2. Al enviar una solicitud a la API CreateTrainingJob o a la API
CreateHyperParameterTuningJob, especifique True para el parámetro
EnableInterContainerTrafficEncryption.

Note

Para el protocolo ESP 50, la consola de AWS Security Group puede mostrar el rango de 
puertos como “Todos”. Sin embargo, Amazon EC2 hace caso omiso del rango de puertos 
especificado porque no es aplicable al protocolo IP ESP 50.

Habilitación del cifrado de tráfico entre contenedores (consola)

Habilitación del cifrado de tráfico entre contenedores en un trabajo de capacitación

Para habilitar el cifrado de tráfico entre contenedores en un trabajo de capacitación

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Entrenamiento; a continuación, elija Trabajos de entrenamiento.

3. Elija Crear trabajo de entrenamiento.

4. En Network (Red), elija una VPC. Puede utilizar la VPC predeterminada o una que haya creado.

5. Elija Enable inter-container traffic encryption (Habilitar el cifrado de tráfico entre contenedores).

Una vez habilitado el cifrado de tráfico entre contenedores, termine de crear el trabajo de 
capacitación. Para obtener más información, consulte Paso 4: Entrenar un modelo.

Habilitación del cifrado de tráfico entre contenedores en un trabajo de ajuste de hiperparámetros

Para habilitar el cifrado de tráfico entre contenedores en un trabajo de ajuste de hiperparámetros

1. Abre la SageMaker consola de Amazon en https://console.aws.amazon.com/sagemaker/.

2. En el panel de navegación, elija Training (Capacitación) y, a continuación, elija Hyperparameter 
tuning jobs (Trabajos de ajuste de hiperparámetros).

3. Elija Create hyperparameter tuning job (Crear trabajo de ajuste de hiperparámetros)

4. En Network (Red), elija una VPC. Puede utilizar la VPC predeterminada o una que haya creado.

5. Elija Enable inter-container traffic encryption (Habilitar el cifrado de tráfico entre contenedores).
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Una vez habilitado el cifrado de tráfico entre contenedores, termine de crear el trabajo de ajuste de 
hiperparámetros. Para obtener más información, consulte Configuración y lanzamiento de un trabajo 
de ajuste de hiperparámetros.

Administración de claves

Los clientes pueden especificar claves de AWS KMS, incluidas claves propias (Bring Your Own Keys 
o BYOK, en inglés), para usarlas para el cifrado de sobre con buckets de entrada/salida de Amazon 
S3 y volúmenes de Amazon EBS de machine learning (ML). Los volúmenes de machine learning 
para instancias de bloc de notas y para procesamiento, entrenamiento y contenedores de Docker 
de modelos alojados se pueden cifrar opcionalmente mediante claves de AWS KMS propiedad del 
cliente. Todos los volúmenes de SO de instancia se cifran con una clave AWS KMS administrada por 
AWS.

Note

Algunas instancias basadas en Nitro incluyen almacenamiento local, en función del tipo 
de instancia. Los volúmenes de almacenamiento local se cifran mediante un módulo de 
hardware en la instancia. No puede solicitar una VolumeKmsKeyId cuando se utiliza un tipo 
de instancia con almacenamiento local.
Para obtener una lista de los tipos de instancia que admiten el almacenamiento de instancias 
local, consulte Volúmenes de almacén de instancias.
Para obtener más información acerca del cifrado de almacenamiento de instancias local, 
consulte Volúmenes de almacén de instancias SSD.
Para obtener más información acerca de los volúmenes de almacenamiento en instancias 
basadas en Nitro, consulte Amazon EBS y NVMe en instancias de Linux.

Para obtener información acerca de las claves de AWS KMS, consulte ¿Qué es AWS Key 
Management Service? en la Guía para desarrolladores de AWS Key Management Service.

Privacidad del tráfico entre redes

En este tema se describe cómo Amazon SageMaker protege las conexiones desde el servicio a otras 
ubicaciones.

Las comunicaciones entre redes admiten el cifrado TLS 1.2 entre todos los componentes y clientes. 
Nosotros recomendamos TLS 1.3.
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Las instancias se pueden conectar a la VPC del cliente, lo que proporciona acceso a los puntos de 
enlace de la VPC de S3 o a los repositorios de clientes. El cliente puede administrar la salida de 
Internet a través de esta interfaz si la salida a Internet de la plataforma de servicio está deshabilitada 
para blocs de notas. Para la capacitación y el alojamiento, la salida a través de la plataforma de 
servicio no está disponible cuando se conecta a la VPC del cliente.

De forma predeterminada, las llamadas a la API realizadas a los puntos de conexión publicados 
atraviesan la red pública hasta el router de solicitud. SageMaker admite los puntos de enlace de la 
interfaz Amazon Virtual Private Cloud con tecnología de conectividad privada entre la VPC del cliente 
y el router de solicitud para acceder a los puntos de enlace del modelo alojado. AWS PrivateLink 
Para obtener información acerca de Amazon VPC, consulte Conéctese a SageMaker dentro de su 
VPC.

Identity and Access Management para Amazon SageMaker

AWS Identity and Access Management (IAM) es un Servicio de AWS que ayuda a los 
administradores a controlar de forma segura el acceso a los recursos de AWS. Los administradores 
de IAM controlan quién puede autenticarse (iniciar sesión) y quién puede autorizarse (tener 
permisos) para usar SageMaker los recursos. IAM es un servicio de Servicio de AWS que se puede 
utilizar sin cargo adicional.

Temas

• Público

• Autenticación con identidades

• Administración de acceso mediante políticas

• Cómo SageMaker funciona Amazon con IAM

• Ejemplos de políticas SageMaker basadas en Amazon Identity

• Prevención del suplente confuso entre servicios

• SageMaker Funciones

• Gestor de SageMaker funciones de Amazon

• Control de acceso para ordenadores portátiles

• Permisos SageMaker de la API de Amazon: referencia sobre acciones, permisos y recursos

• AWSPolíticas gestionadas para Amazon SageMaker

• Solución de problemas de Amazon SageMaker Identity and Access
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Público

La forma en que utilice AWS Identity and Access Management (IAM) difiere en función del trabajo 
que realice en SageMaker.

Usuario del servicio: si utiliza el SageMaker servicio para realizar su trabajo, el administrador le 
proporcionará las credenciales y los permisos que necesita. A medida que vaya utilizando más 
SageMaker funciones para realizar su trabajo, es posible que necesite permisos adicionales. 
Entender cómo se administra el acceso puede ayudarlo a solicitar los permisos correctos al 
administrador. Si no puede acceder a una característica en SageMaker, consulte Solución de 
problemas de Amazon SageMaker Identity and Access.

Administrador de servicios: si estás a cargo de SageMaker los recursos de tu empresa, 
probablemente tengas acceso total a ellos SageMaker. Su trabajo consiste en determinar a qué 
SageMaker funciones y recursos deben acceder los usuarios del servicio. Luego, debe enviar 
solicitudes a su administrador de IAM para cambiar los permisos de los usuarios de su servicio. 
Revise la información de esta página para conocer los conceptos básicos de IAM. Para obtener más 
información sobre cómo su empresa puede utilizar la IAM SageMaker, consulteCómo SageMaker 
funciona Amazon con IAM.

Administrador de IAM: si es un administrador de IAM, es posible que quiera conocer más detalles 
sobre cómo escribir políticas para administrar el acceso a AWS. Para ver ejemplos de políticas 
SageMaker basadas en la identidad que puede utilizar en IAM, consulte. Ejemplos de políticas 
SageMaker basadas en Amazon Identity

Autenticación con identidades

La autenticación es la manera de iniciar sesión en AWS mediante credenciales de identidad. Debe 
estar autenticado (haber iniciado sesión en AWS) como Usuario raíz de la cuenta de AWS, como un 
usuario de IAM o asumiendo un rol de IAM.

Puede iniciar sesión en AWS como una identidad federada mediante las credenciales 
proporcionadas a través de una fuente de identidad de AWS IAM Identity Center. Los usuarios (del 
IAM Identity Center), la autenticación de inicio de sesión único de su empresa y sus credenciales 
de Google o Facebook son ejemplos de identidades federadas. Al iniciar sesión como una identidad 
federada, su administrador habrá configurado previamente la federación de identidades mediante 
roles de IAM. Cuando accede a AWS mediante la federación, está asumiendo un rol de forma 
indirecta.
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Según el tipo de usuario que sea, puede iniciar sesión en la AWS Management Console o en el 
portal de acceso a AWS. Para obtener más información sobre el inicio de sesión en AWS, consulte
Cómo iniciar sesión en su Cuenta de AWS en la Guía del usuario de AWS Sign-In.

Si accede a AWS mediante programación, AWS proporciona un kit de desarrollo de software (SDK) 
y una interfaz de la línea de comandos (CLI) para firmar criptográficamente las solicitudes mediante 
el uso de las credenciales. Si no utiliza las herramientas de AWS, debe firmar usted mismo las 
solicitudes. Para obtener más información sobre el método recomendado para la firma de solicitudes, 
consulte Firma de solicitudes API de AWS en la Guía del usuario de IAM.

Independientemente del método de autenticación que utilice, es posible que deba proporcionar 
información de seguridad adicional. Por ejemplo, AWS le recomienda el uso de la autenticación 
multifactor (MFA) para aumentar la seguridad de su cuenta. Para obtener más información, 
consulte Autenticación multifactor en la Guía del usuario de AWS IAM Identity Center y Uso de la 
autenticación multifactor (MFA) en AWS en la Guía del usuario de IAM.

Usuario raíz de Cuenta de AWS

Cuando se crea una Cuenta de AWS, se comienza con una identidad de inicio de sesión que tiene 
acceso completo a todos los recursos y Servicios de AWS de la cuenta. Esta identidad recibe el 
nombre de usuario raíz de la Cuenta de AWS y se accede a ella iniciando sesión con el email y 
la contraseña que utilizó para crear la cuenta. Recomendamos encarecidamente que no utilice el 
usuario raíz para sus tareas diarias. Proteja las credenciales del usuario raíz y utilícelas solo para las 
tareas que solo el usuario raíz pueda realizar. Para ver la lista completa de las tareas que requieren 
que inicie sesión como usuario raíz, consulte Tareas que requieren credenciales de usuario raíz en la
Guía del usuario de IAM.

Identidad federada

Como práctica recomendada, solicite que los usuarios humanos, incluidos los que requieren acceso 
de administrador, utilicen la federación con un proveedor de identidades para acceder a Servicios de 
AWS utilizando credenciales temporales.

Una identidad federada es un usuario del directorio de usuarios de su empresa, un proveedor de 
identidad web, el AWS Directory Service, el directorio del Identity Center, o cualquier usuario que 
acceda a Servicios de AWS utilizando credenciales proporcionadas a través de una fuente de 
identidad. Cuando identidades federadas acceden a las Cuentas de AWS, asumen roles y los roles 
proporcionan credenciales temporales.
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Para una administración de acceso centralizada, le recomendamos que utilice AWS IAM Identity 
Center. Puede crear usuarios y grupos en el IAM Identity Center o puede conectarse y sincronizar 
con un conjunto de usuarios y grupos de su propia fuente de identidad para usarlos en todas sus 
aplicaciones y Cuentas de AWS. Para obtener más información, consulte ¿Qué es el IAM Identity 
Center? en la Guía del usuario de AWS IAM Identity Center.

Usuarios y grupos de IAM

Un usuario de IAM es una identidad en su Cuenta de AWS que dispone de permisos específicos 
para una sola persona o aplicación. Siempre que sea posible, recomendamos emplear credenciales 
temporales, en lugar de crear usuarios de IAM que tengan credenciales de larga duración como 
contraseñas y claves de acceso. No obstante, si tiene casos de uso específicos que requieran 
credenciales de larga duración con usuarios de IAM, recomendamos rotar las claves de acceso. 
Para más información, consulte Rotar las claves de acceso periódicamente para casos de uso que 
requieran credenciales de larga duración en la Guía del Usuario de IAM.

Un grupo de IAM es una identidad que especifica un conjunto de usuarios de IAM. No puede iniciar 
sesión como grupo. Puede usar los grupos para especificar permisos para varios usuarios a la 
vez. Los grupos facilitan la administración de los permisos de grandes conjuntos de usuarios. Por 
ejemplo, podría tener un grupo cuyo nombre fuese IAMAdmins y conceder permisos a dicho grupo 
para administrar los recursos de IAM.

Los usuarios son diferentes de los roles. Un usuario se asocia exclusivamente a una persona o 
aplicación, pero la intención es que cualquier usuario pueda asumir un rol que necesite. Los usuarios 
tienen credenciales permanentes a largo plazo y los roles proporcionan credenciales temporales. 
Para más información, consulte Cuándo crear un usuario de IAM (en lugar de un rol) en la Guía del 
Usuario de IAM.

Roles de IAM

Un rol de IAM es una identidad de tu Cuenta de AWS que dispone de permisos específicos. Es 
similar a un usuario de IAM, pero no está asociado a una determinada persona. Puede asumir 
temporalmente un rol de IAM en la AWS Management Consolecambiando de roles. Puede asumir un 
rol llamando a una operación de AWS CLI o de la API de AWS, o utilizando una URL personalizada. 
Para más información sobre los métodos para el uso de roles, consulte Uso de roles de IAM en la
Guía del Usuario de IAM.

Los roles de IAM con credenciales temporales son útiles en las siguientes situaciones:
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• Acceso de usuario federado: para asignar permisos a una identidad federada, puede crear un 
rol y definir sus permisos. Cuando se autentica una identidad federada, se asocia la identidad 
al rol y se le conceden los permisos define el rol. Para obtener información acerca de roles para 
federación, consulte Creación de un rol para un proveedor de identidades de terceros en la Guía 
del Usuario de IAM. Si utiliza el IAM Identity Center, debe configurar un conjunto de permisos. El 
IAM Identity Center correlaciona el conjunto de permisos con un rol en IAM para controlar a qué 
pueden acceder las identidades después de autenticarse. Para obtener información acerca de 
los conjuntos de permisos, consulte Conjuntos de permisos en la Guía del usuario de AWS IAM 
Identity Center.

• Permisos de usuario de IAM temporales: un usuario de IAM puede asumir un rol de IAM para 
recibir temporalmente permisos distintos que le permitan realizar una tarea concreta.

• Acceso entre cuentas: puede utilizar un rol de IAM para permitir que alguien (una entidad principal 
de confianza) de otra cuenta acceda a los recursos de la cuenta. Los roles son la forma principal 
de conceder acceso entre cuentas. No obstante, con algunos Servicios de AWS se puede asociar 
una política directamente a un recurso (en lugar de utilizar un rol como representante). Para 
obtener información sobre la diferencia entre los roles y las políticas basadas en recursos para 
el acceso entre cuentas, consulte Cómo los roles de IAM difieren de las políticas basadas en 
recursos en la Guía del usuario de IAM.

• Acceso entre servicios: algunos Servicios de AWS utilizan características de otros Servicios de 
AWS. Por ejemplo, cuando realiza una llamada en un servicio, es común que ese servicio ejecute 
aplicaciones en Amazon EC2 o almacene objetos en Amazon S3. Es posible que un servicio 
haga esto usando los permisos de la entidad principal, usando un rol de servicio o usando un rol 
vinculado a servicios.

• Reenviar sesiones de acceso (FAS): cuando utiliza un rol o un usuario de IAM para llevar a 
cabo acciones en AWS, se le considera una entidad principal. Cuando utiliza algunos servicios, 
es posible que realice una acción que desencadene otra acción en un servicio diferente. FAS 
utiliza los permisos de la entidad principal para llamar a un Servicio de AWS, combinados con 
el Servicio de AWS solicitante para realizar solicitudes a servicios posteriores. Las solicitudes 
de FAS solo se realizan cuando un servicio recibe una solicitud que requiere interacciones 
con otros Servicios de AWS o recursos para completarse. En este caso, debe tener permisos 
para realizar ambas acciones. Para obtener información sobre las políticas a la hora de realizar 
solicitudes de FAS, consulte Reenviar sesiones de acceso.

• Rol de servicio: un rol de servicio es un rol de IAM que adopta un servicio para realizar acciones 
en su nombre. Un administrador de IAM puede crear, modificar y eliminar un rol de servicio 
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desde IAM. Para obtener más información, consulte Creación de un rol para delegar permisos a 
un Servicio de AWS en la Guía del usuario de IAM.

• Rol vinculado al servicio: un rol vinculado al servicio es un tipo de rol de servicio que está 
vinculado a un Servicio de AWS. El servicio puede asumir el rol para realizar una acción en su 
nombre. Los roles vinculados a servicios aparecen en la Cuenta de AWS y son propiedad del 
servicio. Un administrador de IAM puede ver, pero no editar, los permisos de los roles vinculados 
a servicios.

• Aplicaciones que se ejecutan en Amazon EC2: puede utilizar un rol de IAM que le permita 
administrar credenciales temporales para las aplicaciones que se ejecutan en una instancia de 
EC2 y realizan solicitudes a la AWS CLI o a la API de AWS. Es preferible hacerlo de este modo 
a almacenar claves de acceso en la instancia EC2. Para asignar un rol de AWS a una instancia 
de EC2 y ponerla a disposición de todas las aplicaciones, cree un perfil de instancia asociado a 
la instancia. Un perfil de instancia contiene el rol y permite a los programas que se ejecutan en la 
instancia EC2 obtener credenciales temporales. Para obtener más información, consulte Uso de un 
rol de IAM para conceder permisos a aplicaciones que se ejecutan en instancias de Amazon EC2
en la Guía del usuario de IAM.

Para obtener información sobre el uso de los roles de IAM, consulte Cuándo crear un rol de IAM (en 
lugar de un usuario) en la Guía del usuario de IAM.

Administración de acceso mediante políticas

Para controlar el acceso en AWS, se crean políticas y se adjuntan a identidades o recursos de AWS. 
Una política es un objeto de AWS que, cuando se asocia a una identidad o un recurso, define sus 
permisos. AWS evalúa estas políticas cuando una entidad principal (sesión de rol, usuario o usuario 
raíz) realiza una solicitud. Los permisos en las políticas determinan si la solicitud se permite o se 
deniega. La mayoría de las políticas se almacenan en AWS como documentos JSON. Para obtener 
más información sobre la estructura y el contenido de los documentos de política JSON, consulte
Información general de las políticas JSON en la Guía del Usuario de IAM.

Los administradores pueden utilizar las políticas JSON de AWS para especificar quién tiene acceso a 
qué. Es decir, qué entidad principal puede realizar acciones en qué recursos y en qué condiciones.

De forma predeterminada, los usuarios y los roles no tienen permisos. Para conceder permiso a los 
usuarios para realizar acciones en los recursos que necesiten, un administrador puede crear políticas 
de IAM. A continuación, el administrador puede añadir las políticas de IAM a roles y los usuarios 
pueden asumirlos.
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Las políticas de IAM definen permisos para una acción independientemente del método que se 
utilice para realizar la operación. Por ejemplo, suponga que dispone de una política que permite la 
acción iam:GetRole. Un usuario con dicha política puede obtener información del rol de la AWS 
Management Console, la AWS CLI o la API de AWS.

Políticas basadas en identidad

Las políticas basadas en identidades son documentos de políticas de permisos JSON que 
puede adjuntar a una identidad, como un usuario, un grupo de usuarios o un rol de IAM. Estas 
políticas controlan qué acciones pueden realizar los usuarios y los roles, en qué recursos y en qué 
condiciones. Para obtener más información sobre cómo crear una política basada en identidad, 
consulte Creación de políticas de IAM en la Guía del usuario de IAM.

Las políticas basadas en identidades pueden clasificarse además como políticas insertadas o
políticas administradas. Las políticas insertadas se integran directamente en un único usuario, grupo 
o rol. Las políticas administradas son políticas independientes que puede asociar a varios usuarios, 
grupos y roles de su Cuenta de AWS. Las políticas administradas incluyen las políticas administradas 
de AWS y las políticas administradas por el cliente. Para obtener más información sobre cómo elegir 
una política administrada o una política insertada, consulte Elegir entre políticas administradas y 
políticas insertadas en la Guía del usuario de IAM.

Políticas basadas en recursos

Las políticas basadas en recursos son documentos de política JSON que se asocian a un recurso. 
Ejemplos de políticas basadas en recursos son las políticas de confianza de roles de IAM y las
políticas de bucket de Amazon S3. En los servicios que admiten políticas basadas en recursos, los 
administradores de servicios pueden utilizarlos para controlar el acceso a un recurso específico. 
Para el recurso al que se asocia la política, la política define qué acciones puede realizar una entidad 
principal especificada en ese recurso y en qué condiciones. Debe especificar una entidad principal
en una política en función de recursos. Las entidades principales pueden incluir cuentas, usuarios, 
roles, usuarios federados o Servicios de AWS.

Las políticas basadas en recursos son políticas insertadas que se encuentran en ese servicio. No se 
puede utilizar políticas de IAM administradas de AWS en una política basada en recursos.

Listas de control de acceso (ACL)

Las listas de control de acceso (ACL) controlan qué entidades principales (miembros de cuentas, 
usuarios o roles) tienen permisos para acceder a un recurso. Las ACL son similares a las políticas 
basadas en recursos, aunque no utilizan el formato de documento de políticas JSON.

Administración de acceso mediante políticas 6000

https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_create.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_managed-vs-inline.html#choosing-managed-or-inline
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_managed-vs-inline.html#choosing-managed-or-inline
https://docs.aws.amazon.com/IAM/latest/UserGuide/reference_policies_elements_principal.html


Amazon SageMaker Guía para desarrolladores

Amazon S3, AWS WAF y Amazon VPC son ejemplos de servicios que admiten las ACL. Para 
obtener más información sobre las ACL, consulte Información general de Lista de control de acceso 
(ACL) en la Guía para Desarrolladores de Amazon Simple Storage Service.

Otros tipos de políticas

AWS admite otros tipos de políticas adicionales menos frecuentes. Estos tipos de políticas pueden 
establecer el máximo de permisos que los tipos de políticas más frecuentes le conceden.

• Límites de permisos: un límite de permisos es una característica avanzada que le permite 
establecer los permisos máximos que una política basada en identidad puede conceder a una 
entidad de IAM (usuario o rol de IAM). Puede establecer un límite de permisos para una entidad. 
Los permisos resultantes son la intersección de las políticas basadas en la identidad de la entidad 
y los límites de permisos. Las políticas basadas en recursos que especifiquen el usuario o rol en 
el campo Principal no estarán restringidas por el límite de permisos. Una denegación explícita 
en cualquiera de estas políticas anulará el permiso. Para obtener más información sobre los límites 
de los permisos, consulte Límites de permisos para las entidades de IAM en la Guía del Usuario de 
IAM.

• Políticas de control de servicio (SCP): las SCP son políticas de JSON que especifican los 
permisos máximos de una organización o una unidad organizativa en AWS Organizations. AWS 
Organizations es un servicio que le permite agrupar y administrar de manera centralizada varias 
Cuentas de AWS que posea su empresa. Si habilita todas las características en una empresa, 
entonces podrá aplicar políticas de control de servicio (SCP) a una o todas sus cuentas. Una SCP 
limita los permisos para las entidades de las cuentas de miembros, incluido cada Usuario raíz de 
la cuenta de AWS. Para obtener más información acerca de Organizations y las SCP, consulte
Funcionamiento de las SCP en la Guía del usuario AWS Organizations.

• Políticas de sesión: las políticas de sesión son políticas avanzadas que se pasan como parámetro 
cuando se crea una sesión temporal mediante programación para un rol o un usuario federado. 
Los permisos de la sesión resultantes son la intersección de las políticas basadas en identidades 
del rol y las políticas de la sesión. Los permisos también pueden proceder de una política en 
función de recursos. Una denegación explícita en cualquiera de estas políticas anulará el permiso. 
Para más información, consulte Políticas de sesión en la Guía del Usuario de IAM.

Varios tipos de políticas

Cuando se aplican varios tipos de políticas a una solicitud, los permisos resultantes son más 
complicados de entender. Para obtener información sobre cómo AWS decide si permite o no una 
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solicitud cuando hay varios tipos de políticas implicados, consulte Lógica de evaluación de políticas
en la Guía del usuario de IAM.

Cómo SageMaker funciona Amazon con IAM

Antes de utilizar IAM para gestionar el acceso SageMaker, debes entender qué funciones de IAM 
están disponibles para su uso. SageMaker Para obtener una visión general de cómo funcionan con 
IAM SageMaker y otros AWS servicios, consulte AWSServicios que funcionan con IAM en la Guía 
del usuario de IAM.

Temas

• Políticas de SageMaker basadas en identidades

Políticas de SageMaker basadas en identidades

Con las políticas basadas en identidades de IAM, puede especificar las acciones y los recursos 
permitidos o denegados, así como las condiciones en las que se permiten o deniegan las acciones. 
SageMaker admite acciones, recursos y claves de condición específicos. Para obtener información 
sobre todos los elementos que utiliza en una política JSON, consulte Referencia de los elementos de 
las políticas JSON de IAM en la Guía del usuario de IAM.

Acciones

Los administradores pueden utilizar las políticas JSON de AWS para especificar quién tiene acceso a 
qué. Es decir, qué entidad principal puede realizar acciones en qué recursos y en qué condiciones.

El elemento Action de una política JSON describe las acciones que puede utilizar para permitir 
o denegar el acceso en una política. Las acciones de la política generalmente tienen el mismo 
nombre que la operación de API de AWS asociada. Hay algunas excepciones, como acciones de 
solo permiso que no tienen una operación de API coincidente. También hay algunas operaciones 
que requieren varias acciones en una política. Estas acciones adicionales se denominan acciones 
dependientes.

Incluya acciones en una política para conceder permisos y así llevar a cabo la operación asociada.

Las acciones políticas SageMaker utilizan el siguiente prefijo antes de la acción:sagemaker:. 
Por ejemplo, para conceder permiso a alguien para realizar un trabajo de SageMaker 
formación con la operación de la SageMaker CreateTrainingJob API, debes incluir la
sagemaker:CreateTrainingJob acción en su política. Las declaraciones de política deben 
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incluir un NotAction elemento Action o. SageMaker define su propio conjunto de acciones que 
describen las tareas que puede realizar con este servicio.

Para especificar varias acciones en una única instrucción, sepárelas con comas del siguiente modo:

"Action": [ 
      "sagemaker:action1", 
      "sagemaker:action2"
]

Puede utilizar caracteres comodín para especificar varias acciones (*). Por ejemplo, para especificar 
todas las acciones que comiencen con la palabra Describe, incluya la siguiente acción:

"Action": "sagemaker:Describe*"

Para ver una lista de SageMaker acciones, consulta Acciones, recursos y claves de condición de 
Amazon SageMaker en la Referencia de autorización de servicio.

Recursos

SageMaker no admite la especificación de los ARN de los recursos en una política.

Claves de condición

Los administradores pueden utilizar las políticas JSON de AWS para especificar quién tiene acceso a 
qué. Es decir, qué entidad principal puede realizar acciones en qué recursos y en qué condiciones.

El elemento Condition (o bloque de Condition) permite especificar condiciones en las que 
entra en vigor una instrucción. El elemento Condition es opcional. Puede crear expresiones 
condicionales que utilicen operadores de condición, tales como igual o menor que, para que la 
condición de la política coincida con los valores de la solicitud.

Si especifica varios elementos de Condition en una instrucción o varias claves en un único 
elemento de Condition, AWS las evalúa mediante una operación lógica AND. Si especifica varios 
valores para una única clave de condición, AWS evalúa la condición con una operación OR lógica. Se 
deben cumplir todas las condiciones antes de que se concedan los permisos de la instrucción.

También puede utilizar variables de marcador de posición al especificar condiciones. Por ejemplo, 
puede conceder un permiso de usuario de IAM para acceder a un recurso solo si está etiquetado 
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con su nombre de usuario de IAM. Para más información, consulte Elementos de la política de IAM: 
variables y etiquetas en la Guía del usuario de IAM.

AWS admite claves de condición globales y claves de condición específicas del servicio. Para ver 
todas las claves de condición globales de AWS, consulte Claves de contexto de condición globales 
de AWS en la Guía del Usuario de IAM.

SageMaker define su propio conjunto de claves de condición y también admite el uso de algunas 
claves de condición globales. Para ver todas las claves de condición globales de AWS, consulte
Claves de contexto de condición globales de AWS en la Guía del usuario de IAM.

SageMaker admite una serie de claves de condición específicas del servicio que puede utilizar como 
control de acceso detallado para las siguientes operaciones:

• CreateProcessingJob

• CreateTrainingJob

• CreateModel

• CreateEndpointConfig

• CreateTransformJob

• CreateHyperParameterTuningJob

• CreateLabelingJob

• CreateNotebookInstance

• UpdateNotebookInstance

Para ver una lista de claves de SageMaker condición, consulta Claves de condición de Amazon 
SageMaker  en la Guía del usuario de IAM. Para saber con qué acciones y recursos puede utilizar 
una clave de condición, consulte Acciones definidas por Amazon SageMaker.

Para ver ejemplos del uso de claves de SageMaker condición, consulte lo siguiente:Controle la 
creación de SageMaker recursos con claves de condición.

Ejemplos

Para ver ejemplos de políticas SageMaker basadas en la identidad, consulte. Ejemplos de políticas 
SageMaker basadas en Amazon Identity
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SageMaker Políticas basadas en recursos

SageMaker no admite políticas basadas en recursos.

Autorización basada en etiquetas de SageMaker

Puede adjuntar etiquetas a SageMaker los recursos o pasarles etiquetas en una solicitud. 
SageMaker Para controlar el acceso en función de etiquetas, debe proporcionar información 
de las etiquetas en el elemento de condición de una política utilizando las claves de condición
sagemaker:ResourceTag/key-name, aws:RequestTag/key-name o aws:TagKeys. Para 
obtener más información acerca del etiquetado de recursos de SageMaker , consulte Controle el 
acceso a SageMaker los recursos mediante etiquetas.

Para consultar un ejemplo de política basada en la identidad para limitar el acceso a un recurso 
en función de las etiquetas de ese recurso, consulte Controle el acceso a SageMaker los recursos 
mediante etiquetas.

SageMaker Funciones de IAM

Un rol de IAM es una entidad de la cuenta de AWS que dispone de permisos específicos.

Uso de credenciales temporales con SageMaker

Puede utilizar credenciales temporales para iniciar sesión con federación, asumir un rol de 
IAM o asumir un rol de acceso entre cuentas. Las credenciales de seguridad temporales se 
obtienen mediante una llamada a operaciones de la API de AWS STS, como AssumeRole o
GetFederationToken.

SageMaker admite el uso de credenciales temporales.

Roles vinculados a servicios

SageMaker admite parcialmente las funciones vinculadas a los servicios. Los roles vinculados 
al servicio están disponibles actualmente para los trabajos de SageMaker Studio Classic y de 
formación. SageMaker

Roles de servicio

Esta característica permite que un servicio asuma un rol de servicio en su nombre. Este rol permite 
que el servicio obtenga acceso a los recursos de otros servicios para completar una acción en su 
nombre. Los roles de servicio aparecen en su cuenta de IAM y son propiedad de la cuenta. Esto 
significa que un administrador de IAM puede cambiar los permisos de este rol. Sin embargo, hacerlo 
podría deteriorar la funcionalidad del servicio.
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SageMaker admite funciones de servicio.

Elegir un rol de IAM en SageMaker

Al crear una instancia de cuaderno, un trabajo de procesamiento, un trabajo de formación, un punto 
final hospedado o un recurso de trabajo de transformación por lotes SageMaker, debe elegir un rol 
SageMaker al que permitir SageMaker el acceso en su nombre. Si ha creado previamente un rol de 
servicio o un rol vinculado a servicios, SageMaker le proporciona una lista de roles para elegir. Es 
importante elegir un rol que permita el acceso a las operaciones de AWS y los recursos que necesita. 
Para obtener más información, consulte SageMaker Funciones.

Ejemplos de políticas SageMaker basadas en Amazon Identity

De forma predeterminada, los usuarios y los roles de IAM no tienen permiso para crear, ver ni 
modificar recursos de SageMaker . Tampoco pueden realizar tareas mediante la AWS Management 
Console, la AWS CLI, o la API de AWS. Un administrador de IAM debe crear políticas de IAM que 
concedan permisos a los usuarios y a los roles para realizar operaciones de la API concretas en los 
recursos especificados que necesiten. El administrador debe asociar esas políticas a los usuarios 
o grupos de IAM que necesiten esos permisos. Para obtener información acerca de cómo asociar 
políticas a un grupo o usuario de IAM, consulte Adición y eliminación de permisos de identidad de 
IAM en la Guía del usuario de IAM.

Para obtener información acerca de cómo crear una política basada en identidad de IAM con estos 
documentos de políticas JSON de ejemplo, consulte Creación de políticas en la pestaña JSON en la
Guía del usuario de IAM.

Temas

• Prácticas recomendadas relativas a políticas

• Uso de la consola SageMaker

• Permitir a los usuarios ver sus propios permisos

• Controle la creación de SageMaker recursos con claves de condición

• Controle el acceso a la SageMaker API mediante políticas basadas en la identidad

• Limite el acceso a las llamadas a la SageMaker API y en tiempo de ejecución por dirección IP

• Límite del acceso a una instancia de bloc de notas según la dirección IP

• Controle el acceso a SageMaker los recursos mediante etiquetas

• Proporcione permisos para etiquetar SageMaker los recursos al crearlos
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Prácticas recomendadas relativas a políticas

Las políticas basadas en la identidad determinan si alguien puede crear SageMaker recursos de tu 
cuenta, acceder a ellos o eliminarlos. Estas acciones pueden generar costes adicionales para su 
Cuenta de AWS. Siga estas directrices y recomendaciones al crear o editar políticas basadas en 
identidades:

• Comience con las políticas administradas de AWS y continúe con los permisos de privilegio 
mínimo: a fin de comenzar a conceder permisos a los usuarios y las cargas de trabajo, utilice las
políticas administradas de AWS, que conceden permisos para muchos casos de uso comunes. 
Están disponibles en su Cuenta de AWS. Se recomienda definir políticas administradas por el 
cliente de AWS específicas para los casos de uso a fin de reducir aún más los permisos. Con 
el fin de obtener más información, consulte las políticas administradas por AWS o las políticas 
administradas por AWS para funciones de trabajo en la Guía del usuario de IAM.

• Aplique permisos de privilegio mínimo: cuando establezca permisos con políticas de IAM, conceda 
solo los permisos necesarios para realizar una tarea. Para ello, debe definir las acciones que se 
pueden llevar a cabo en determinados recursos en condiciones específicas, también conocidos 
como permisos de privilegios mínimos. Con el fin de obtener más información sobre el uso de IAM 
para aplicar permisos, consulte Políticas y permisos en IAM en la Guía de usuario de IAM.

• Utilice condiciones en las políticas de IAM para restringir aún más el acceso: puede agregar 
una condición a sus políticas para limitar el acceso a las acciones y los recursos. Por ejemplo, 
puede escribir una condición de políticas para especificar que todas las solicitudes deben 
enviarse utilizando SSL. También puede usar condiciones para conceder acceso a acciones de 
servicios si se emplean a través de un Servicio de AWS determinado, como por ejemplo AWS 
CloudFormation. Para obtener más información, consulte Elementos de la política de JSON de 
IAM: Condición en la Guía del usuario de IAM.

• Utilice el analizador de acceso de IAM para validar las políticas de IAM con el fin de garantizar 
la seguridad y funcionalidad de los permisos: el analizador de acceso de IAM valida políticas 
nuevas y existentes para que respeten el lenguaje (JSON) de las políticas de IAM y las prácticas 
recomendadas de IAM. El analizador de acceso de IAM proporciona más de 100 verificaciones 
de políticas y recomendaciones procesables para ayudar a crear políticas seguras y funcionales. 
xPara más información, consulte la política de validación del Analizador de acceso de IAM en la
Guía de usuario de IAM.

• Solicite la autenticación multifactor (MFA): si se encuentra en una situación en la que necesita 
usuarios raíz o de IAM en su Cuenta de AWS, active la MFA para mayor seguridad. Para solicitar 
la MFA cuando se invocan las operaciones de la API, agregue las condiciones de la MFA a sus 
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políticas. Para obtener más información, consulte Configuración de acceso a una API protegida por 
MFA en la Guía del usuario de IAM.

Para obtener más información sobre las prácticas recomendadas de IAM, consulte las Prácticas 
recomendadas de seguridad en IAM en la Guía del usuario de IAM.

Uso de la consola SageMaker

Para acceder a la SageMaker consola de Amazon, debes tener un conjunto mínimo de permisos. 
Estos permisos deben permitirle registrar y consultar los detalles sobre los recursos de SageMaker 
en su cuenta de AWS. Si crea una política basada en identidades que sea más restrictiva que el 
mínimo de permisos necesarios, la consola no funcionará del modo esperado para las entidades 
(usuarios o roles) que tengan esa política.

Para garantizar que esas entidades puedan seguir utilizando la SageMaker consola, adjunte también 
la siguiente política AWS de administración a las entidades. Para obtener más información, consulte
Agregar de permisos a un usuario en la Guía del usuario de IAM.

No es necesario que conceda permisos mínimos para la consola a los usuarios que solo realizan 
llamadas a la AWS CLI o a la API de AWS. En su lugar, permite acceso únicamente a las acciones 
que coincidan con la operación de API que intenta realizar.

Temas

• Permisos necesarios para usar Amazon SageMaker Console

• Permisos necesarios para usar la consola Amazon SageMaker Ground Truth

• Permisos necesarios para usar la consola de Amazon Augmented AI (versión preliminar)

Permisos necesarios para usar Amazon SageMaker Console

En la tabla de referencia de permisos se enumeran las operaciones de la SageMaker API de Amazon 
y se muestran los permisos necesarios para cada operación. Para obtener más información sobre las 
operaciones de SageMaker la API de Amazon, consultePermisos SageMaker de la API de Amazon: 
referencia sobre acciones, permisos y recursos.

Para usar la SageMaker consola de Amazon, debes conceder permisos para realizar acciones 
adicionales. En concreto, la consola precisa permisos que permiten que las acciones ec2
muestren subredes, VPC y grupos de seguridad. Opcionalmente, la consola necesita permiso 
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para crear funciones de ejecución para tareas como CreateNotebook, CreateTrainingJob y
CreateModel. Conceda estos permisos con la siguiente política de permisos:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
          "Sid": "SageMakerApis", 
          "Effect": "Allow", 
          "Action": [ 
            "sagemaker:*" 
          ], 
          "Resource": "*" 
        }, 
        { 
          "Sid": "VpcConfigurationForCreateForms", 
          "Effect": "Allow", 
          "Action": [ 
            "ec2:DescribeVpcs", 
            "ec2:DescribeSubnets", 
            "ec2:DescribeSecurityGroups" 
          ], 
          "Resource": "*" 
        }, 
        { 
            "Sid":"KmsKeysForCreateForms", 
            "Effect":"Allow", 
            "Action":[ 
              "kms:DescribeKey", 
              "kms:ListAliases" 
            ], 
            "Resource":"*" 
        }, 
        { 
          "Sid": "AccessAwsMarketplaceSubscriptions", 
          "Effect": "Allow", 
          "Action": [ 
            "aws-marketplace:ViewSubscriptions" 
          ], 
          "Resource": "*" 
        }, 
        { 
          "Effect": "Allow", 
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          "Action": [ 
            "codecommit:BatchGetRepositories", 
            "codecommit:CreateRepository", 
            "codecommit:GetRepository", 
            "codecommit:ListRepositories", 
            "codecommit:ListBranches", 
            "secretsmanager:CreateSecret", 
            "secretsmanager:DescribeSecret", 
            "secretsmanager:ListSecrets" 
          ], 
          "Resource": "*" 
        }, 
        { 
          "Sid":"ListAndCreateExecutionRoles", 
          "Effect":"Allow", 
          "Action":[ 
            "iam:ListRoles", 
            "iam:CreateRole", 
            "iam:CreatePolicy", 
            "iam:AttachRolePolicy" 
          ], 
          "Resource":"*" 
        }, 
        { 
          "Sid": "DescribeECRMetaData", 
          "Effect": "Allow", 
          "Action": [ 
              "ecr:Describe*" 
          ], 
          "Resource": "*" 
        }, 
        { 
          "Sid": "PassRoleForExecutionRoles", 
          "Effect": "Allow", 
          "Action": [ 
            "iam:PassRole" 
          ], 
          "Resource": "*", 
          "Condition": { 
            "StringEquals": { 
                "iam:PassedToService": "sagemaker.amazonaws.com" 
            } 
          } 
        } 
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    ]
}

Permisos necesarios para usar la consola Amazon SageMaker Ground Truth

Para usar la consola Amazon SageMaker Ground Truth, debes conceder permisos para 
recursos adicionales. En concreto, la consola necesita permisos para que AWS Marketplace vea 
suscripciones, operaciones de Amazon Cognito para administrar su personal privado, acciones de 
Amazon S3 para el acceso a sus archivos de entrada y salida, y acciones de AWS Lambda para 
mostrar e invocar funciones. Conceda estos permisos con la siguiente política de permisos:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "GroundTruthConsole", 
            "Effect": "Allow", 
            "Action": [ 
                "aws-marketplace:DescribeListings", 
                "aws-marketplace:ViewSubscriptions", 

                "cognito-idp:AdminAddUserToGroup", 
                "cognito-idp:AdminCreateUser", 
                "cognito-idp:AdminDeleteUser", 
                "cognito-idp:AdminDisableUser", 
                "cognito-idp:AdminEnableUser", 
                "cognito-idp:AdminRemoveUserFromGroup", 
                "cognito-idp:CreateGroup", 
                "cognito-idp:CreateUserPool", 
                "cognito-idp:CreateUserPoolClient", 
                "cognito-idp:CreateUserPoolDomain", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:ListGroups", 
                "cognito-idp:ListIdentityProviders", 
                "cognito-idp:ListUsers", 
                "cognito-idp:ListUsersInGroup", 
                "cognito-idp:ListUserPoolClients", 
                "cognito-idp:ListUserPools", 
                "cognito-idp:UpdateUserPool", 
                "cognito-idp:UpdateUserPoolClient", 
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                "groundtruthlabeling:DescribeConsoleJob", 
                "groundtruthlabeling:ListDatasetObjects", 
                "groundtruthlabeling:RunFilterOrSampleManifestJob", 
                "groundtruthlabeling:RunGenerateManifestByCrawlingJob", 

                "lambda:InvokeFunction", 
                "lambda:ListFunctions", 

                "s3:GetObject", 
                "s3:PutObject", 
                "s3:SelectObjectContent" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Permisos necesarios para usar la consola de Amazon Augmented AI (versión preliminar)

Para utilizar la consola de Amazon Augmented AI debe conceder permisos para recursos 
adicionales. Conceda estos permisos con la siguiente política de permisos:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*Algorithm", 
                "sagemaker:*Algorithms", 
                "sagemaker:*App", 
                "sagemaker:*Apps", 
                "sagemaker:*AutoMLJob", 
                "sagemaker:*AutoMLJobs", 
                "sagemaker:*CodeRepositories", 
                "sagemaker:*CodeRepository", 
                "sagemaker:*CompilationJob", 
                "sagemaker:*CompilationJobs", 
                "sagemaker:*Endpoint", 
                "sagemaker:*EndpointConfig", 
                "sagemaker:*EndpointConfigs", 
                "sagemaker:*EndpointWeightsAndCapacities", 
                "sagemaker:*Endpoints", 
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                "sagemaker:*Environment", 
                "sagemaker:*EnvironmentVersion", 
                "sagemaker:*EnvironmentVersions", 
                "sagemaker:*Environments", 
                "sagemaker:*Experiment", 
                "sagemaker:*Experiments", 
                "sagemaker:*FlowDefinitions", 
                "sagemaker:*HumanLoop", 
                "sagemaker:*HumanLoops", 
                "sagemaker:*HumanTaskUi", 
                "sagemaker:*HumanTaskUis", 
                "sagemaker:*HyperParameterTuningJob", 
                "sagemaker:*HyperParameterTuningJobs", 
                "sagemaker:*LabelingJob", 
                "sagemaker:*LabelingJobs", 
                "sagemaker:*Metrics", 
                "sagemaker:*Model", 
                "sagemaker:*ModelPackage", 
                "sagemaker:*ModelPackages", 
                "sagemaker:*Models", 
                "sagemaker:*MonitoringExecutions", 
                "sagemaker:*MonitoringSchedule", 
                "sagemaker:*MonitoringSchedules", 
                "sagemaker:*NotebookInstance", 
                "sagemaker:*NotebookInstanceLifecycleConfig", 
                "sagemaker:*NotebookInstanceLifecycleConfigs", 
                "sagemaker:*NotebookInstanceUrl", 
                "sagemaker:*NotebookInstances", 
                "sagemaker:*ProcessingJob", 
                "sagemaker:*ProcessingJobs", 
                "sagemaker:*RenderUiTemplate", 
                "sagemaker:*Search", 
                "sagemaker:*SearchSuggestions", 
                "sagemaker:*Tags", 
                "sagemaker:*TrainingJob", 
                "sagemaker:*TrainingJobs", 
                "sagemaker:*TransformJob", 
                "sagemaker:*TransformJobs", 
                "sagemaker:*Trial", 
                "sagemaker:*TrialComponent", 
                "sagemaker:*TrialComponents", 
                "sagemaker:*Trials", 
                "sagemaker:*Workteam", 
                "sagemaker:*Workteams" 

Ejemplos de políticas basadas en identidades 6013



Amazon SageMaker Guía para desarrolladores

            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*FlowDefinition" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIfExists": { 
                    "sagemaker:WorkteamType": [ 
                        "private-crowd", 
                        "vendor-crowd" 
                    ] 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "application-autoscaling:DeleteScalingPolicy", 
                "application-autoscaling:DeleteScheduledAction", 
                "application-autoscaling:DeregisterScalableTarget", 
                "application-autoscaling:DescribeScalableTargets", 
                "application-autoscaling:DescribeScalingActivities", 
                "application-autoscaling:DescribeScalingPolicies", 
                "application-autoscaling:DescribeScheduledActions", 
                "application-autoscaling:PutScalingPolicy", 
                "application-autoscaling:PutScheduledAction", 
                "application-autoscaling:RegisterScalableTarget", 
                "aws-marketplace:ViewSubscriptions", 
                "cloudwatch:DeleteAlarms", 
                "cloudwatch:DescribeAlarms", 
                "cloudwatch:GetMetricData", 
                "cloudwatch:GetMetricStatistics", 
                "cloudwatch:ListMetrics", 
                "cloudwatch:PutMetricAlarm", 
                "cloudwatch:PutMetricData", 
                "codecommit:BatchGetRepositories", 
                "codecommit:CreateRepository", 
                "codecommit:GetRepository", 
                "codecommit:ListBranches", 
                "codecommit:ListRepositories", 
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                "cognito-idp:AdminAddUserToGroup", 
                "cognito-idp:AdminCreateUser", 
                "cognito-idp:AdminDeleteUser", 
                "cognito-idp:AdminDisableUser", 
                "cognito-idp:AdminEnableUser", 
                "cognito-idp:AdminRemoveUserFromGroup", 
                "cognito-idp:CreateGroup", 
                "cognito-idp:CreateUserPool", 
                "cognito-idp:CreateUserPoolClient", 
                "cognito-idp:CreateUserPoolDomain", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:ListGroups", 
                "cognito-idp:ListIdentityProviders", 
                "cognito-idp:ListUserPoolClients", 
                "cognito-idp:ListUserPools", 
                "cognito-idp:ListUsers", 
                "cognito-idp:ListUsersInGroup", 
                "cognito-idp:UpdateUserPool", 
                "cognito-idp:UpdateUserPoolClient", 
                "ec2:CreateNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:CreateVpcEndpoint", 
                "ec2:DeleteNetworkInterface", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DescribeRouteTables", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeVpcs", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:BatchGetImage", 
                "ecr:CreateRepository", 
                "ecr:Describe*", 
                "ecr:GetAuthorizationToken", 
                "ecr:GetDownloadUrlForLayer", 
                "elastic-inference:Connect", 
                "elasticfilesystem:DescribeFileSystems", 
                "elasticfilesystem:DescribeMountTargets", 
                "fsx:DescribeFileSystems", 
                "glue:CreateJob", 
                "glue:DeleteJob", 
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                "glue:GetJob", 
                "glue:GetJobRun", 
                "glue:GetJobRuns", 
                "glue:GetJobs", 
                "glue:ResetJobBookmark", 
                "glue:StartJobRun", 
                "glue:UpdateJob", 
                "groundtruthlabeling:*", 
                "iam:ListRoles", 
                "kms:DescribeKey", 
                "kms:ListAliases", 
                "lambda:ListFunctions", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DescribeLogGroups", 
                "logs:DescribeLogStreams", 
                "logs:GetLogEvents", 
                "logs:PutLogEvents", 
                "sns:ListTopics" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "logs:CreateLogDelivery", 
                "logs:DeleteLogDelivery", 
                "logs:DescribeResourcePolicies", 
                "logs:GetLogDelivery", 
                "logs:ListLogDeliveries", 
                "logs:PutResourcePolicy", 
                "logs:UpdateLogDelivery" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:SetRepositoryPolicy", 
                "ecr:CompleteLayerUpload", 
                "ecr:BatchDeleteImage", 
                "ecr:UploadLayerPart", 
                "ecr:DeleteRepositoryPolicy", 
                "ecr:InitiateLayerUpload", 
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                "ecr:DeleteRepository", 
                "ecr:PutImage" 
            ], 
            "Resource": "arn:aws:ecr:*:*:repository/*sagemaker*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "codecommit:GitPull", 
                "codecommit:GitPush" 
            ], 
            "Resource": [ 
                "arn:aws:codecommit:*:*:*sagemaker*", 
                "arn:aws:codecommit:*:*:*SageMaker*", 
                "arn:aws:codecommit:*:*:*Sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:ListSecrets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue", 
                "secretsmanager:CreateSecret" 
            ], 
            "Resource": [ 
                "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
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                    "secretsmanager:ResourceTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "robomaker:CreateSimulationApplication", 
                "robomaker:DescribeSimulationApplication", 
                "robomaker:DeleteSimulationApplication" 
            ], 
            "Resource": [ 
                "*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "robomaker:CreateSimulationJob", 
                "robomaker:DescribeSimulationJob", 
                "robomaker:CancelSimulationJob" 
            ], 
            "Resource": [ 
                "*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:AbortMultipartUpload", 
                "s3:GetBucketCors", 
                "s3:PutBucketCors" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*", 
                "arn:aws:s3:::*aws-glue*" 
            ] 
        }, 
        { 
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            "Effect": "Allow", 
            "Action": [ 
                "s3:CreateBucket", 
                "s3:GetBucketLocation", 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "lambda:InvokeFunction" 
            ], 
            "Resource": [ 
                "arn:aws:lambda:*:*:function:*SageMaker*", 
                "arn:aws:lambda:*:*:function:*sagemaker*", 
                "arn:aws:lambda:*:*:function:*Sagemaker*", 
                "arn:aws:lambda:*:*:function:*LabelingFunction*" 
            ] 
        }, 
        { 
            "Action": "iam:CreateServiceLinkedRole", 
            "Effect": "Allow", 
            "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
            "Condition": { 
                "StringLike": { 
                    "iam:AWSServiceName": "sagemaker.application-
autoscaling.amazonaws.com" 
                } 
            } 
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        }, 
        { 
            "Effect": "Allow", 
            "Action": "iam:CreateServiceLinkedRole", 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:AWSServiceName": "robomaker.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Subscribe", 
                "sns:CreateTopic" 
            ], 
            "Resource": [ 
                "arn:aws:sns:*:*:*SageMaker*", 
                "arn:aws:sns:*:*:*Sagemaker*", 
                "arn:aws:sns:*:*:*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": [ 
                        "sagemaker.amazonaws.com", 
                        "glue.amazonaws.com", 
                        "robomaker.amazonaws.com", 
                        "states.amazonaws.com" 
                    ] 
                } 
            } 
        } 
    ]
}
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Permitir a los usuarios ver sus propios permisos

En este ejemplo, se muestra cómo podría crear una política que permita a los usuarios de IAM ver 
las políticas administradas e insertadas que se asocian a la identidad de sus usuarios. Esta política 
incluye permisos para realizar esta acción en la consola o mediante programación con la AWS CLI o 
la API de AWS.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "ViewOwnUserInfo", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetUserPolicy", 
                "iam:ListGroupsForUser", 
                "iam:ListAttachedUserPolicies", 
                "iam:ListUserPolicies", 
                "iam:GetUser" 
            ], 
            "Resource": ["arn:aws:iam::*:user/${aws:username}"] 
        }, 
        { 
            "Sid": "NavigateInConsole", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetGroupPolicy", 
                "iam:GetPolicyVersion", 
                "iam:GetPolicy", 
                "iam:ListAttachedGroupPolicies", 
                "iam:ListGroupPolicies", 
                "iam:ListPolicyVersions", 
                "iam:ListPolicies", 
                "iam:ListUsers" 
            ], 
            "Resource": "*" 
        } 
    ]
}
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Controle la creación de SageMaker recursos con claves de condición

Controle el acceso detallado para permitir la creación de SageMaker recursos mediante claves de 
condición SageMaker específicas. Para obtener más información acerca de las claves de condición 
en las políticas de IAM, consulte Elementos de política JSON de IAM: Condition en la Guía del 
usuario de IAM.

Las claves de condición, junto con las acciones de la API relacionadas y los enlaces a la 
documentación pertinente, figuran en las claves de condición de la Guía del usuario de SageMaker
IAM.

Los siguientes ejemplos muestran cómo utilizar las claves de SageMaker condición para controlar el 
acceso.

Temas

• Controle el acceso a SageMaker los recursos mediante las claves de condición del sistema de 
archivos

• Restringir la capacitación a una VPC específica

• Restringir el acceso a tipos de personal para trabajos de etiquetado de Ground Truth y flujos de 
trabajo de revisión humana de Amazon A2I

• Aplicar el cifrado de datos de entrada

• Aplicar el cifrado del volumen de almacenamiento de instancias con bloc de notas

• Aplicar el aislamiento de red para trabajos de capacitación

• Aplicar un tipo de instancia específico para trabajos de capacitación

• Aplicación de un acelerador específico de EI para los trabajos de capacitación

• Aplicar la deshabilitación del acceso a Internet y el acceso raíz para crear instancias de bloc de 
notas

Controle el acceso a SageMaker los recursos mediante las claves de condición del sistema de 
archivos

SageMaker El entrenamiento proporciona una infraestructura segura para que se ejecute el algoritmo 
de entrenamiento, pero en algunos casos es posible que desee aumentar la defensa en profundidad. 
Por ejemplo, minimice el riesgo de ejecutar código que no sea de confianza en su algoritmo o 
disponga de mandatos de seguridad específicos en su organización. En estos casos, puede utilizar 
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las claves de condición específicas de servicios en el elemento Condition de una política de IAM para 
reducir el ámbito del usuario a sistemas de archivos, directorios, modos de acceso (lectura-escritura, 
solo lectura) y grupos de seguridad específicos.

Temas

• Restringir a un usuario de IAM a directorios y modos de acceso específicos

• Restringir un usuario a un sistema de archivos específico

Restringir a un usuario de IAM a directorios y modos de acceso específicos

La siguiente política restringe al usuario a los /sagemaker/xgboost-dm/validation directorios
/sagemaker/xgboost-dm/train y de un sistema de archivos EFS a ro (solo lectura): 
AccessMode

Note

Cuando se permite un directorio, el algoritmo de capacitación también puede acceder a todos 
sus subdirectorios. Los permisos POSIX se omiten.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AccessToElasticFileSystem", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:FileSystemId": "fs-12345678", 
                    "sagemaker:FileSystemAccessMode": "ro", 
                    "sagemaker:FileSystemType": "EFS", 
                    "sagemaker:FileSystemDirectoryPath": "/sagemaker/xgboost-dm/train" 
                } 
            } 
        }, 
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        { 
            "Sid": "AccessToElasticFileSystemValidation", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:FileSystemId": "fs-12345678", 
                    "sagemaker:FileSystemAccessMode": "ro", 
                    "sagemaker:FileSystemType": "EFS", 
                    "sagemaker:FileSystemDirectoryPath": "/sagemaker/xgboost-dm/
validation" 
                } 
            } 
        } 
    ]
}

Restringir un usuario a un sistema de archivos específico

Para evitar que un algoritmo malintencionado que utiliza un cliente del espacio de usuarios acceda 
a cualquier sistema de archivos directamente en su cuenta, puede restringir el tráfico de red 
permitiendo la entrada desde un grupo de seguridad concreto. En el siguiente ejemplo, el usuario de 
solo puede utilizar el grupo de seguridad especificado para acceder al sistema de archivos:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AccessToLustreFileSystem", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:FileSystemId": "fs-12345678", 
                    "sagemaker:FileSystemAccessMode": "ro", 
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                    "sagemaker:FileSystemType": "FSxLustre", 
                    "sagemaker:FileSystemDirectoryPath": "/fsx/sagemaker/xgboost/train" 
                }, 
                "ForAllValues:StringEquals": { 
                    "sagemaker:VpcSecurityGroupIds": [ 
                        "sg-12345678" 
                    ] 
                } 
            } 
        } 
    ]
}

Aunque el ejemplo anterior puede restringir un algoritmo a un sistema de archivos específico, no 
impide que un algoritmo acceda a cualquier directorio dentro de dicho sistema de archivos mediante 
el cliente del espacio de usuarios. Para mitigar esto, puede:

• Asegurarse de que el sistema de archivos solo contenga datos cuyo acceso confíe a los usuarios 
de

• Crear un rol de IAM que restrinja a los usuarios a lanzar trabajos de entrenamiento con algoritmos 
de repositorios de ECR aprobados

Para obtener más información sobre cómo utilizar los roles con SageMaker, consulte Roles. 
SageMaker

Restringir la capacitación a una VPC específica

Restrinja a un usuario de AWS a crear trabajos de entrenamiento desde dentro de una Amazon VPC. 
Cuando se crea un trabajo de capacitación dentro de una VPC, puede utilizar los registros de flujo 
de VPC para monitorizar todo el tráfico entrante y saliente del clúster de capacitación. Para obtener 
información sobre el uso de registros de flujo de VPC, consulte Registros de flujo de la VPC en la
Guía del usuario de Amazon Virtual Private Cloud.

La siguiente política obliga a usuario a crear un trabajo de entrenamiento llamando a
CreateTrainingJob desde una VPC:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
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            "Sid": "AllowFromVpc", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAllValues:StringEquals": { 
                    "sagemaker:VpcSubnets": ["subnet-a1234"], 
                    "sagemaker:VpcSecurityGroupIds": ["sg12345", "sg-67890"] 
                }, 
                "Null": { 
                    "sagemaker:VpcSubnets": "false", 
                    "sagemaker:VpcSecurityGroupIds": "false" 
                } 
            } 
        } 

    ]
}

Restringir el acceso a tipos de personal para trabajos de etiquetado de Ground Truth y flujos de 
trabajo de revisión humana de Amazon A2I

Los equipos de trabajo de Amazon SageMaker Ground Truth y Amazon Augmented AI se dividen 
en tres tipos de personal: público (con Amazon Mechanical Turk), privado y vendedor. Para 
restringir el acceso del usuario a un equipo de trabajo específico utilizando uno de estos tipos 
o el ARN del equipo de trabajo, utilice las claves de condición sagemaker:WorkteamType y/
o sagemaker:WorkteamArn. Para la clave de condición sagemaker:WorkteamType, utilice
operadores de condición de cadena. Para la clave de condición de sagemaker:WorkteamArn, 
utilice los operadores de condición de Nombre de recurso de Amazon (ARN). Si el usuario intenta 
crear un trabajo de etiquetado con un equipo de trabajo restringido, SageMaker devuelve un error de 
acceso denegado.

Las políticas siguientes muestran diferentes formas de utilizar las claves de condición
sagemaker:WorkteamType y sagemaker:WorkteamArn con los operadores de condición 
adecuados y los valores de condición válidos.

En el ejemplo siguiente se utiliza la clave de condición sagemaker:WorkteamType con el operador 
de condición StringEquals para restringir el acceso a un equipo de trabajo público. Acepta valores 
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de condición en el siguiente formato: workforcetype-crowd, donde tipo de personal puede 
ser igual public, private, o vendor.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:WorkteamType": "public-crowd" 
                } 
            } 
        } 
    ]
}

Las siguientes políticas muestran cómo restringir el acceso a un equipo de trabajo público mediante 
la clave de condición sagemaker:WorkteamArn. La primera muestra cómo usarla con un regex-
variant de IAM válido del ARN del equipo de trabajo y el operador de condición de ArnLike. El 
segundo muestra cómo usarla con el operador de condición ArnEquals y el ARN del equipo de 
trabajo.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "ArnLike": { 
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:*:*:workteam/public-
crowd/*" 
                } 
            } 
        } 
    ]
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}

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "ArnEquals": { 
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:us-
west-2:394669845002:workteam/public-crowd/default" 
                } 
            } 
        } 
    ]
}

Aplicar el cifrado de datos de entrada

La siguiente política restringe a un usuario a especificar una clave de AWS KMS para cifrar los 
datos de entrada al crear trabajos de entrenamiento, de ajuste de hiperparámetros y de etiquetado 
mediante la clave de condición sagemaker:VolumeKmsKey:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnforceEncryption", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob", 
                "sagemaker:CreateLabelingJob", 
                "sagemaker:CreateFlowDefiniton" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ArnEquals": { 
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                    "sagemaker:VolumeKmsKey": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-1234567890ab" 
                } 
            } 
        } 

     ]
}

Aplicar el cifrado del volumen de almacenamiento de instancias con bloc de notas

La siguiente política restringe a un usuario a especificar una clave de AWS KMS para cifrar el 
volumen de almacenamiento asociado al crear o actualizar una instancia de cuaderno mediante la 
clave de condición sagemaker:VolumeKmsKey:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnforceEncryption", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ArnLike": { 
                    "sagemaker:VolumeKmsKey": "*key/volume-kms-key-12345" 
                } 
            } 
        } 

     ]
}

Aplicar el aislamiento de red para trabajos de capacitación

La siguiente política restringe a un usuario a habilitar el aislamiento de redes al crear trabajos de 
entrenamiento mediante la clave de condición sagemaker:NetworkIsolation:

{ 
    "Version": "2012-10-17", 
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    "Statement": [ 
        { 
            "Sid": "EnforceIsolation", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "Bool": { 
                    "sagemaker:NetworkIsolation": "true" 
                } 
            } 
        } 
    ]
}

Aplicar un tipo de instancia específico para trabajos de capacitación

La siguiente política restringe a un usuario a utilizar un tipo de instancia específico al crear trabajos 
de entrenamiento mediante la clave de condición sagemaker:InstanceTypes:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnforceInstanceType", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAllValues:StringLike": { 
                    "sagemaker:InstanceTypes": ["ml.c5.*"] 
                } 
            } 
        } 

     ]
}
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Aplicación de un acelerador específico de EI para los trabajos de capacitación

La siguiente política restringe a un usuario a usar un acelerador específico de Elastic Inference 
(EI), si se facilita un acelerador, a la hora de crear o actualizar instancias de cuaderno y 
a la hora de crear configuraciones de puntos de conexión mediante la clave de condición
sagemaker:AcceleratorTypes:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnforceAcceleratorType", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateNotebookInstance", 
                "sagemaker:UpdateNotebookInstance", 
                "sagemaker:CreateEndpointConfig" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAllValues:StringEquals": { 
                    "sagemaker:AcceleratorTypes": ["ml.eia1.medium"] 
                } 
            } 
        } 

     ]
}

Aplicar la deshabilitación del acceso a Internet y el acceso raíz para crear instancias de bloc de notas

Puede deshabilitar tanto el acceso a Internet como el acceso raíz a las instancias de bloc de notas 
para que sean más seguras. Para obtener información acerca del control del acceso raíz a una 
instancia de bloc de notas, consulte Controle el acceso raíz a una instancia de notebook SageMaker
. Para obtener información acerca de cómo deshabilitar el acceso a Internet para una instancia de 
bloc de notas, consulte Conexión de una instancia de cuaderno en una VPC a recursos externos.

La siguiente política requiere que un usuario deshabilite el acceso de red a la hora de crear una 
instancia y que deshabilite el acceso raíz a la hora de crear o actualizar una instancia de cuaderno.

{ 
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    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "LockDownCreateNotebookInstance", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:DirectInternetAccess": "Disabled", 
                    "sagemaker:RootAccess": "Disabled" 
                }, 
                "Null": { 
                  "sagemaker:VpcSubnets": "false", 
                  "sagemaker:VpcSecurityGroupIds": "false" 
                } 
            } 
        }, 
        { 
            "Sid": "LockDownUpdateNotebookInstance", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:UpdateNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:RootAccess": "Disabled" 
                } 
            } 
        } 
     ]
}

Controle el acceso a la SageMaker API mediante políticas basadas en la identidad

Para controlar el acceso a las llamadas a la SageMaker API y a los puntos de conexión SageMaker 
alojados, utilice políticas de IAM basadas en la identidad.

Temas

• Restrinja el acceso a la SageMaker API y al tiempo de ejecución a las llamadas desde su VPC
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Restrinja el acceso a la SageMaker API y al tiempo de ejecución a las llamadas desde su VPC

Si configura un punto final de interfaz en su VPC, las personas ajenas a la VPC pueden seguir 
conectándose a la SageMaker API y al tiempo de ejecución a través de Internet, a menos que 
adjunte una política de IAM que restrinja el acceso a las llamadas procedentes de la VPC a todos 
los usuarios y grupos que tengan acceso a sus recursos. SageMaker Para obtener información 
sobre cómo crear un punto final de interfaz de VPC para la SageMaker API y el tiempo de ejecución, 
consulte. Conéctese a SageMaker dentro de su VPC

Important

Si aplicas una política de IAM similar a una de las siguientes, los usuarios no podrán acceder 
a las SageMaker API especificadas a través de la consola.

Para restringir el acceso solo a las conexiones realizadas desde la VPC, cree una política de AWS 
Identity and Access Management que restrinja el acceso solo a las llamadas que proceden de dentro 
de la VPC. A continuación, añada esa política a cada AWS Identity and Access Management usuario, 
grupo o función que utilice para acceder a la SageMaker API o al entorno de ejecución.

Note

Esta política únicamente permite las conexiones a los intermediarios que se encuentren 
dentro de una subred en la que se haya creado un punto de enlace de interfaz.

{ 
    "Id": "api-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnableAPIAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:SourceVpc": "vpc-111bbaaa" 
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                } 
            } 
        } 
    ]
}

Si desea restringir el acceso a la API únicamente a las llamadas realizadas mediante el punto de 
enlace de interfaz, utilice la clave de condición aws:SourceVpce en lugar de aws:SourceVpc:

{ 
    "Id": "api-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnableAPIAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedNotebookInstanceUrl" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:sourceVpce": [ 
                        "vpce-111bbccc", 
                        "vpce-111bbddd" 
                    ] 
                } 
            } 
        } 
    ]
}

Limite el acceso a las llamadas a la SageMaker API y en tiempo de ejecución por 
dirección IP

Para permitir el acceso a las llamadas a la SageMaker API y a las invocaciones en tiempo de 
ejecución únicamente desde las direcciones IP de una lista que especifique, adjunte una política 
de IAM que deniegue el acceso a la API a menos que la llamada provenga de una dirección IP 
de la lista a cada AWS Identity and Access Management usuario, grupo o función que utilice para 
acceder a la API o al tiempo de ejecución. Para obtener información acerca de las políticas de IAM, 
consulte Crear políticas de IAM en la AWS Identity and Access ManagementGuía del usuario de 
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IAM. Para especificar la lista de direcciones IP que desea que tengan acceso a la llamada de la API, 
utilice el operador de condición IpAddress y la clave de contexto de condición aws:SourceIP. 
Para obtener información acerca de los operadores de condición de IAM, consulte Elementos de 
la política de JSON de IAM: operadores de condición en la Guía del usuario de AWS Identity and 
Access Management. Para obtener más información sobre las claves de contexto de condición de 
IAM, consulte Claves de contexto de condición globales de AWS.

Por ejemplo, la siguiente política permite el acceso a la CreateTrainingJob solo desde 
direcciones IP en los intervalos 192.0.2.0-192.0.2.255 y 203.0.113.0-203.0.113.255:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 

        { 
            "Effect": "Allow", 
            "Action": "sagemaker:CreateTrainingJob", 
            "Resource": "*", 
            "Condition": { 
                "IpAddress": { 
                    "aws:SourceIp": [ 
                        "192.0.2.0/24", 
                        "203.0.113.0/24" 
                    ] 
                } 
            } 
        } 
    ]
}

Límite del acceso a una instancia de bloc de notas según la dirección IP

Para permitir el acceso a una instancia de cuaderno solo desde las direcciones IP 
de una lista que especifica, asocie una política de IAM que deniegue el acceso a
CreatePresignedNotebookInstanceUrl, a menos que la llamada provenga de una dirección 
IP de la lista a cada usuario, grupo o rol de AWS Identity and Access Management utilizado para 
obtener acceso a la instancia de cuaderno. Para obtener información acerca de las políticas de 
IAM, consulte Crear políticas de IAM en la AWS Identity and Access ManagementGuía del usuario 
de IAM. Para especificar la lista de direcciones IP que desea que tengan acceso a la instancia de 
bloc de notas, utilice el operador de condición IpAddress y la clave de contexto de condición
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aws:SourceIP. Para obtener información acerca de los operadores de condición de IAM, consulte
Elementos de la política de JSON de IAM: operadores de condición en la Guía del usuario de AWS 
Identity and Access Management. Para obtener más información sobre las claves de contexto de 
condición de IAM, consulte Claves de contexto de condición globales de AWS.

Por ejemplo, la siguiente política permite el acceso a una instancia de bloc de notas solo desde las 
direcciones IP en los intervalos 192.0.2.0 a 192.0.2.255 y 203.0.113.0 a 203.0.113.255:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 

        { 
            "Effect": "Allow", 
            "Action": "sagemaker:CreatePresignedNotebookInstanceUrl", 
            "Resource": "*", 
            "Condition": { 
                "IpAddress": { 
                    "aws:SourceIp": [ 
                        "192.0.2.0/24", 
                        "203.0.113.0/24" 
                    ] 
                } 
            } 
        } 
    ]
}

La política restringe el acceso tanto a la llamada a CreatePresignedNotebookInstanceUrl
como a la URL que la llamada devuelve. La política también restringe el acceso a la apertura de una 
instancia de notebook en la consola y se aplica a todas las solicitudes HTTP y WebSocket marcos 
que intenten conectarse a la instancia de notebook.

Note

El uso de este método para filtrar por dirección IP no es compatible cuando se conecta a 
SageMaker través de un punto final de la interfaz de VPC. . Para obtener más información 
acerca de cómo restringir el acceso a una instancia de bloc de notas cuando se conecta a 
través de un punto de enlace de interfaz VPC, consulte Conexión a una instancia de bloc de 
notas a través de un punto de enlace de interfaz de VPC.
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Controle el acceso a SageMaker los recursos mediante etiquetas

Especifique las etiquetas dentro de una política de IAM para controlar el acceso a los grupos de 
SageMaker recursos. Utilice etiquetas de recursos para implementar el control de acceso basado 
en atributos (ABAC). El uso de etiquetas le ayuda a particionar el acceso a los recursos para grupos 
específicos de usuarios. Puede tener un equipo con acceso a un grupo de recursos y otro equipo con 
acceso a otro conjunto de recursos. Puede establecer condiciones ResourceTag en las políticas de 
IAM para proporcionar acceso a cada grupo.

Note

Las políticas basadas en etiquetas no funcionan para restringir las siguientes llamadas a la 
API:

• DeleteImageVersion

• DescribeImageVersion

• ListAlgorithms

• ListCodeRepositories

• ListCompilationJobs

• ListEndpointConfigs

• ListEndpoints

• ListFlowDefinitions

• ListHumanTaskUis

• ListHyperparameterTuningJobs

• ListLabelingJobs

• ListLabelingJobsForWorkteam

• ListModelPackages

• ListModels

• ListNotebookInstanceLifecycleConfigs

• ListNotebookInstances

• ListSubscribedWorkteams

• ListTags

• ListProcessingJobs

• ListTrainingJobs
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• ListTrainingJobsForHyperParameterTuningJob

• ListTransformJobs

• ListWorkteams

• Búsqueda

Un ejemplo sencillo puede ayudarle a entender cómo puede utilizar las etiquetas para particionar 
los recursos. Por ejemplo, suponga que ha definido dos grupos de IAM diferentes, denominados
DevTeam1 y DevTeam2, en su cuenta de AWS. También ha creado 10 instancias de cuaderno. Usa 
5 de las instancias del cuaderno para un proyecto. Usa las otras 5 para un segundo proyecto. Puede 
proporcionar a DevTeam1 permisos para realizar llamadas a la API en las instancias de cuaderno 
que utilice para el primer proyecto. Puede permitir a DevTeam2 realizar llamadas a la API en las 
instancias de cuaderno utilizadas en el segundo proyecto.

El siguiente procedimiento proporciona un ejemplo sencillo que le ayuda a entender el concepto de 
agregar etiquetas. Puede usarlo para implementar la solución descrita en el párrafo anterior.

Para controlar el acceso a llamadas a la API (ejemplo)

1. Añada una etiqueta con la clave Project y el valor A a las instancias de bloc de notas usadas 
para el primer proyecto. Para obtener información sobre cómo añadir etiquetas a SageMaker los 
recursos, consulte AddTags.

2. Añada una etiqueta con la clave Project y el valor B a las instancias de bloc de notas usadas 
para el segundo proyecto.

3. Cree una política de IAM con una condición ResourceTag que deniegue el acceso a las 
instancias de cuaderno usadas para el segundo proyecto y asocie esa política a DevTeam1. 
A continuación se muestra una política que deniega todas las llamadas a la API sobre las 
instancias de bloc de notas que tienen una etiqueta con una clave de Project y un valor de B:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker:*", 
      "Resource": "*" 
    }, 
    { 
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      "Effect": "Deny", 
      "Action": "sagemaker:*", 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "sagemaker:ResourceTag/Project": "B" 
        } 
      } 
    }, 
    { 
      "Effect": "Deny", 
      "Action": [ 
        "sagemaker:AddTags", 
        "sagemaker:DeleteTags" 
      ], 
      "Resource": "*" 
    } 
  ]
}

Para obtener información sobre la creación de políticas de IAM y cómo asociarlas a las 
identidades, consulte Control del acceso mediante políticas en la Guía de usuario de AWS 
Identity and Access Management.

4. Cree una política de IAM con una condición ResourceTag que deniegue el acceso a las 
instancias de cuaderno usadas para el primer proyecto y asocie esa política a DevTeam2. 
A continuación se muestra una política que deniega todas las llamadas a la API sobre las 
instancias de bloc de notas que tienen una etiqueta con una clave de Project y un valor de A:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker:*", 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Deny", 
      "Action": "sagemaker:*", 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
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          "sagemaker:ResourceTag/Project": "A" 
        } 
      } 
    }, 
    { 
      "Effect": "Deny", 
      "Action": [ 
        "sagemaker:AddTags", 
        "sagemaker:DeleteTags" 
      ], 
      "Resource": "*" 
    } 
  ]
}

Proporcione permisos para etiquetar SageMaker los recursos al crearlos

Existen muchas SageMaker operaciones de Amazon que permiten a los usuarios especificar 
etiquetas al crear un recurso. Use etiquetas de recursos para implementar el control de acceso 
basado en atributos (ABAC). El uso de etiquetas le ayuda a particionar el acceso a los recursos para 
grupos específicos de usuarios. Puede tener un equipo con acceso a un grupo de recursos y otro 
equipo con acceso a otro conjunto de recursos. Puede establecer condiciones ResourceTag en las 
políticas de IAM para proporcionar acceso a cada grupo.

Debe dar a sus usuarios acceso a los permisos que utilizan para crear el recurso. En el caso 
de los usuarios que necesiten crear un trabajo de procesamiento, debe darles acceso a
sagemaker:CreateProcessingJob dentro de la política. Si sus usuarios etiquetan los recursos 
que crean, también debe conceder permisos de etiquetado.

Important

Solo puede conceder a sus usuarios permisos para agregar etiquetas a los recursos que 
ellos creen. No pueden agregar etiquetas a los recursos que ya se han creado.
Las siguientes son operaciones en las que no puede darles recursos para agregar etiquetas:

• DeleteImageVersion

• DescribeImageVersion

• ListAlgorithms

• ListCodeRepositories
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• ListCompilationJobs

• ListEndpointConfigs

• ListEndpoints

• ListFlowDefinitions

• ListHumanTaskUis

• ListHyperparameterTuningJobs

• ListLabelingJobs

• ListLabelingJobsForWorkteam

• ListModelPackages

• ListModels

• ListNotebookInstanceLifecycleConfigs

• ListNotebookInstances

• ListSubscribedWorkteams

• ListTags

• ListProcessingJobs

• ListTrainingJobs

• ListTrainingJobsForHyperParameterTuningJob

• ListTransformJobs

• ListWorkteams

• Búsqueda

Puede controlar el acceso a las operaciones que el usuario puede etiquetar o a las etiquetas que 
puede usar. Puede especificar los permisos para los siguientes casos de uso:

• Agregar permisos para etiquetar los recursos creados mediante cualquier operación y permisos 
para usar cualquier etiqueta

• Agregar permisos para etiquetar los recursos creados mediante operaciones específicas y 
permisos para usar cualquier etiqueta

• Agregar permisos para etiquetar los recursos creados mediante cualquier operación y permisos 
para etiquetas específicas
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• Agregar permisos para etiquetar los recursos creados mediante operaciones específicas y 
permisos para etiquetas específicas

Permissions for any operation and any tag

Agregue la siguiente instrucción a una política de IAM para conceder a sus usuarios permisos 
para agregar cualquier etiqueta a cualquier operación.

{ 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:Create*" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:AddTags" 
            ], 
            "Resource": "arn:aws:sagemaker:region:account:*/*", 
            "Condition": { 
                "Null": { 
                    "sagemaker:TaggingAction" : "false" 
                } 
            } 
        } 
    ]
}                            
                        

Permissions for a specific operation with specific tags

La siguiente instrucción otorga al usuario permiso para agregar la etiqueta cc123 a los recursos 
creados mediante la operación CreateModel. Puede modificar la instrucción para adaptarla a 
sus propias necesidades y agregarla a la política de IAM asociada al rol de sus usuarios.

{ 
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    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateModel" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:RequestTag/cost-center": [ "cc123" ] 
                }, 
                "ForAnyValue:StringEquals": { 
                    "aws:TagKeys": [ "purpose" ] 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:AddTags" 
            ], 
            "Resource": "arn:aws:sagemaker:region:account:*/*", 
            "Condition": { 
                "Null": { 
                    "sagemaker:TaggingAction" : "false" 
                } 
            } 
        } 
    ]
} 
                        

Permissions for a specific operation and any tag

La siguiente instrucción otorga al usuario permiso para agregar cualquier etiqueta a los recursos 
creados mediante la operación CreateModel.

{ 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
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                "sagemaker:CreateModel" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:AddTags" 
            ], 
            "Resource": "arn:aws:sagemaker:region:account:model/*", 
            "Condition": { 
                "String": { 
                    "sagemaker:TaggingAction" : [ "CreateModel" ] 
                } 
            } 
        } 
    ]
}                         
                        

Prevención del suplente confuso entre servicios

El problema de la sustitución confusa es un problema de seguridad en el que una entidad que no 
tiene permiso para realizar una acción puede obligar a una entidad con más privilegios a realizar 
la acción. EnAWS, el confuso problema de un diputado puede surgir debido a la suplantación de 
identidad entre servicios. La suplantación de identidad entre servicios puede ocurrir cuando un 
servicio (el servicio que llama) invoca a otro servicio (el servicio llamado) y aprovecha los permisos 
elevados del servicio llamado para actuar sobre recursos a los que el servicio que llama no tiene 
autorización para acceder. Para evitar el acceso no autorizado a través del confuso problema de 
los intermediarios, AWS proporciona herramientas que ayudan a proteger los datos en todos los 
servicios. Estas herramientas le ayudan a controlar los permisos que se conceden a los directores 
de servicio y limitan su acceso únicamente a los recursos de su cuenta que son necesarios. Al 
administrar cuidadosamente los privilegios de acceso de los directores de servicio, puede ayudar 
a mitigar el riesgo de que los servicios accedan indebidamente a datos o recursos para los que no 
deberían tener permisos.

Siga leyendo para obtener una guía general o consulte un ejemplo de una función específica 
SageMaker :

Temas
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• Límite de permisos con claves de condición globales

• SageMaker Administrador perimetral

• SageMaker Imágenes

• SageMaker Inferencia

• SageMaker Trabajos de transformación por lotes

• SageMaker Marketplace

• SageMaker Neo

• SageMaker Oleoductos

• SageMaker Trabajos de procesamiento

• SageMaker Estudio

• SageMaker Trabajos de formación

Límite de permisos con claves de condición globales

Recomendamos utilizar las claves de condición aws:SourceAccount global aws:SourceArn y 
las claves de condición globales en las políticas de recursos para limitar los permisos al recurso que 
Amazon SageMaker concede a otro servicio. Si utiliza claves de contexto de condición globales y el 
valor de aws:SourceArn contiene el ID de la cuenta, el valor de aws:SourceAccount y la cuenta 
en el valor de aws:SourceArn deben utilizar el mismo ID de cuenta cuando se utiliza en la misma 
instrucción de política. Utilice aws:SourceArn si desea que solo se asocie un recurso al acceso 
entre servicios. Utilice aws:SourceAccount si quiere permitir que cualquier recurso de esa cuenta 
se asocie al uso entre servicios.

La forma más eficaz de protegerse contra el problema del suplente confuso es utilizar la clave 
de condición global de aws:SourceArn con el ARN completo del recurso. Si no conoce el 
ARN completo del recurso o si especifica varios recursos, utilice la clave de condición global
aws:SourceArn con comodines (*) para las partes desconocidas del ARN. Por ejemplo,
arn:aws:sagemaker:*:123456789012:*.

En el siguiente ejemplo, se muestra cómo utilizar las claves de condición aws:SourceArn y las 
claves de condición aws:SourceAccount globales SageMaker para evitar el confuso problema de 
los diputados.

{ 
  "Version": "2012-10-17", 
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  "Statement": { 
    "Sid": "ConfusedDeputyPreventionExamplePolicy", 
    "Effect": "Allow", 
    "Principal": { 
      "Service": "sagemaker.amazonaws.com" 
    }, 
    # Specify an action and resource policy for another service 
    "Action": "service:ActionName", 
    "Resource": [ 
      "arn:aws:service:::ResourceName/*" 
    ], 
    "Condition": { 
      "ArnLike": { 
        "aws:SourceArn": "arn:partition:sagemaker:region:123456789012:*" 
      }, 
      "StringEquals": { 
        "aws:SourceAccount": "123456789012" 
      } 
    } 
  }
}

SageMaker Administrador perimetral

En el siguiente ejemplo, se muestra cómo utilizar la clave de condición
aws:SourceArn global para evitar el confuso problema de suplentes entre 
servicios en SageMaker Edge Manager, creado por el número de cuenta
123456789012 en la región US-west-2.

{ 
  "Version": "2012-10-17", 
  "Statement": { 
      "Effect": "Allow", 
      "Principal": { "Service": "sagemaker.amazonaws.com" }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:*" 
      } 
    } 
  }
}
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Puede reemplazar el aws:SourceArn de esta plantilla por el ARN completo de un trabajo de 
empaquetado específico para limitar aún más los permisos.

SageMaker Imágenes

En el siguiente ejemplo, se muestra cómo se puede utilizar la clave de condición aws:SourceArn
global para evitar que el problema de las SageMaker imágenes sea confuso y confuso entre 
servicios. Utilice esta plantilla con Image o ImageVersion. En este ejemplo, se utiliza un ARN de 
registro ImageVersion con el número de cuenta 123456789012. Tenga en cuenta que, dado que 
el número de cuenta forma parte del valor aws:SourceArn, no necesita especificar ningún valor
aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": { 
    "Effect": "Allow", 
    "Principal": { "Service": "sagemaker.amazonaws.com" }, 
    "Action": "sts:AssumeRole", 
    "Condition": { 
      "ArnLike": { 
        "aws:SourceArn": "arn:partition:sagemaker:us-west-2:123456789012:image-version" 
      } 
    } 
  }
}

No sustituya el aws:SourceArn de esta plantilla por el ARN completo de una imagen o versión de 
imagen específica. El ARN debe estar en el formato indicado anteriormente y especificar una image
o image-version. El marcador de posición partition debe designar una partición comercial de 
AWS (aws) o una partición de AWS en China (aws-cn), según el lugar en el que se esté ejecutando 
la imagen o la versión de la imagen. Del mismo modo, el region marcador de posición del ARN 
puede ser cualquier región válida en la que SageMaker haya imágenes disponibles.

SageMaker Inferencia

En el siguiente ejemplo, se muestra cómo se puede utilizar la clave de condición aws:SourceArn
global para evitar el problema de los adjuntos confusos entre servicios a la hora de realizar 
inferencias SageMaker asíncronas, sin servidor y en tiempo real. Tenga en cuenta que, dado que 
el número de cuenta forma parte del valor aws:SourceArn, no necesita especificar ningún valor
aws:SourceAccount.
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{ 
  "Version": "2012-10-17", 
  "Statement": { 
    "Effect": "Allow", 
    "Principal": { "Service": "sagemaker.amazonaws.com" }, 
    "Action": "sts:AssumeRole", 
    "Condition": { 
      "ArnLike": { 
        "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:*" 
      } 
    } 
  }
}

No sustituya el aws:SourceArn de esta plantilla por el ARN completo de un modelo o punto de 
conexión específico. El ARN debe estar en el formato indicado anteriormente. El asterisco de la 
plantilla de ARN no significa comodín y no debe cambiarse.

SageMaker Trabajos de transformación por lotes

En el siguiente ejemplo, se muestra cómo se puede utilizar la clave de 
condición aws:SourceArn global para evitar el confuso problema de suplentes 
entre servicios en los trabajos de transformación por SageMaker lotes
creados con el número de cuenta 123456789012 en la región US-west-2. Tenga 
en cuenta que, dado que el número de cuenta está en el ARN, no necesita especificar un valor
aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:transform-job/*" 
        } 
      } 
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    } 
  ]
}

Puede reemplazar el aws:SourceArn de esta plantilla por el ARN completo de un trabajo de 
transformación por lotes específico para limitar aún más los permisos.

SageMaker Marketplace

En el siguiente ejemplo, se muestra cómo se puede utilizar la clave de 
condición aws:SourceArn global para evitar el problema de los diputados 
confusos entre servicios para los recursos de SageMaker Marketplace 
creados con el número de cuenta 123456789012 en la región us-west-2. Tenga 
en cuenta que, dado que el número de cuenta está en el ARN, no necesita especificar un valor
aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:*" 
        } 
      } 
    } 
  ]
}

No sustituya el aws:SourceArn de esta plantilla por el ARN completo de un paquete específico de 
algoritmos o modelos. El ARN debe estar en el formato indicado anteriormente. El asterisco de la 
plantilla ARN significa comodín y abarca todos los trabajos de formación, los modelos y los trabajos 
de transformación por lotes desde los pasos de validación, así como los paquetes de algoritmos y 
modelos publicados en Marketplace. SageMaker
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SageMaker Neo

En el siguiente ejemplo, se muestra cómo se puede utilizar la clave de 
condición aws:SourceArn global para evitar el confuso problema de suplentes 
entre servicios en los trabajos de compilación de SageMaker Neo creados 
con el número de cuenta 123456789012 en la región US-West-2. Tenga en 
cuenta que, dado que el número de cuenta está en el ARN, no necesita especificar un valor
aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:compilation-job/*" 
        } 
      } 
    } 
  ]
}

Puede reemplazar el aws:SourceArn de esta plantilla por el ARN completo de un trabajo de 
compilación específico para limitar aún más los permisos.

SageMaker Oleoductos

En el siguiente ejemplo, se muestra cómo se puede utilizar la clave de condición aws:SourceArn
global para evitar que las tuberías que utilizan registros de ejecución de canalizaciones de una 
o más SageMaker canalizaciones se vuelvan confusas y confusas entre servicios. Tenga en 
cuenta que, dado que el número de cuenta está en el ARN, no necesita especificar un valor
aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
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    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:partition:sagemaker:region:123456789012:pipeline/
mypipeline/*" 
        } 
      } 
    } 
  ]
}

No sustituya el aws:SourceArn de esta plantilla por el ARN completo de una ejecución de 
canalización específica. El ARN debe estar en el formato indicado anteriormente. El marcador de 
posición partition debe designar una partición comercial de AWS (aws) o una partición de AWS 
en China (aws-cn), según el lugar en el que se esté ejecutando la canalización. Del mismo modo, 
el region marcador de posición del ARN puede ser cualquier región válida en la que Pipelines esté 
SageMaker disponible.

El asterisco de la plantilla ARN significa comodín y abarca todas las ejecuciones de canalización 
de una canalización denominada mypipeline. Si quieres conceder permisos AssumeRole para 
todas las canalizaciones de la cuenta 123456789012 en lugar de para una canalización específica, 
entonces el aws:SourceArn sería arn:aws:sagemaker:*:123456789012:pipeline/*.

SageMaker Trabajos de procesamiento

En el siguiente ejemplo, se muestra cómo se puede utilizar la clave de 
condición aws:SourceArn global para evitar el confuso problema de los 
suplentes entre servicios al SageMaker procesar los trabajos creados por el 
número de cuenta 123456789012 en la región US-West-2. Tenga en cuenta que, dado 
que el número de cuenta está en el ARN, no necesita especificar un valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
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      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:processing-job/*" 
        } 
      } 
    } 
  ]
}

Puede reemplazar el aws:SourceArn de esta plantilla por el ARN completo de un trabajo de 
procesamiento específico para limitar aún más los permisos.

SageMaker Estudio

En el siguiente ejemplo, se muestra cómo se puede utilizar la clave 
de condición aws:SourceArn global para evitar el confuso problema de 
suplentes entre servicios de SageMaker Studio creado por el número de 
cuenta 123456789012 en la región US-west-2. Tenga en cuenta que, dado que el 
número de cuenta forma parte del valor aws:SourceArn, no necesita especificar ningún valor
aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:*" 
        } 
      } 
    } 
  ]
}
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No sustituya el aws:SourceArn de esta plantilla por el ARN completo de una aplicación, perfil 
de usuario o dominio específicos de Studio. El ARN debe estar en el formato proporcionado en el 
ejemplo anterior. El asterisco de la plantilla de ARN no significa comodín y no debe cambiarse.

SageMaker Trabajos de formación

El siguiente ejemplo muestra cómo se puede utilizar la clave de condición
aws:SourceArn global para evitar el confuso problema de los diputados entre 
servicios en los puestos de SageMaker formación creados por el número de 
cuenta 123456789012 en la región de EE. UU. y West-2. Tenga en cuenta que, dado 
que el número de cuenta está en el ARN, no necesita especificar un valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:training-job/*" 
        } 
      } 
    } 
  ]
}

Puede reemplazar el aws:SourceArn de esta plantilla por el ARN completo de un trabajo de 
entrenamiento específico para limitar aún más los permisos.

Tema siguiente

Para obtener más información sobre la gestión de las funciones de ejecución, consulte Funciones. 
SageMaker

SageMaker Funciones

Amazon SageMaker realiza operaciones en tu nombre mediante otros AWS servicios. Debes 
conceder SageMaker permisos para usar estos servicios y los recursos sobre los que actúan. 
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SageMakerEstos permisos se conceden mediante una función de ejecución AWS Identity and 
Access Management (IAM). Para obtener más información acerca de los roles de IAM, consulte
Roles de IAM.

Para crear y usar un rol de ejecución, puede utilizar los siguientes procedimientos.

Creación de un rol de ejecución

Utilice el siguiente procedimiento para crear un rol de ejecución con la política administrada por 
IAM, AmazonSageMakerFullAccess, asociada. Si su caso de uso requiere permisos más 
detallados, utilice otras secciones de esta página para crear un rol de ejecución que se adapte a 
las necesidades de su empresa. Puede crear un rol de ejecución mediante la SageMaker consola o 
elAWS CLI.

Important

La política administrada por IAM, AmazonSageMakerFullAccess, utilizada en el siguiente 
procedimiento, solo concede permiso al rol de ejecución para realizar determinadas acciones 
de Amazon S3 en buckets u objetos con SageMaker, Sagemaker, sagemaker o aws-glue
en el nombre. Para obtener información sobre cómo agregar una política adicional al rol de 
ejecución para concederle acceso a otros buckets y objetos de Amazon S3, consulte Añadir 
permisos adicionales de Amazon S3 a un rol SageMaker de ejecución.

Note

Puede crear un rol de ejecución directamente al crear un SageMaker dominio o una instancia 
de bloc de notas.

• Para obtener información sobre cómo crear un SageMaker dominio, consulteIncorporación 
personalizada a Amazon SageMaker Domain mediante IAM Identity Center.

• Para obtener información sobre cómo crear una instancia de cuaderno, consulte Paso 1: 
Crear una instancia de Amazon SageMaker Notebook.

Para crear un nuevo rol de ejecución desde la SageMaker consola

1. Abra la consola de IAM en https://console.aws.amazon.com/iam/.

2. Elija Roles (Roles) y, después, seleccioneCreate Role (Crear rol).
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3. Mantenga el AWSservicio como el tipo de entidad de confianza y, a continuación, utilice la flecha 
hacia abajo para buscar SageMakeren Casos de uso de otros AWS servicios.

4. Elija SageMaker — Ejecución y, a continuación, elija Siguiente.

5. La política administrada por IAM, AmazonSageMakerFullAccess, se asocia automáticamente 
al rol. Para ver los permisos incluidos en esta política, elija el signo más (+) situado junto al 
nombre de la política. Elija Siguiente.

6. Ingrese un Nombre del rol y una Descripción.

7. De forma opcional, puede agregar permisos y etiquetas adicionales al rol.

8. Elija Crear rol.

9. En la sección Roles de la consola de IAM, busque el rol que acaba de crear. Si es necesario, 
utilice el cuadro de texto para buscar el rol por su nombre.

10. En la página de resumen del rol, tome nota del ARN del rol.

Para crear un nuevo rol de ejecución desde la AWS CLI

Antes de crear un rol de ejecución mediante la AWS CLI, asegúrese de actualizarla y configurarla 
siguiendo las instrucciones que se indican en Requisitos de AWS CLI, y, a continuación, continúe 
con las instrucciones que aparecen en Incorporación desde la AWS CLI.

Una vez que haya creado un rol de ejecución, puede asociarlo a un SageMaker dominio, a un perfil 
de usuario o a una instancia de Jupyter Notebook.

• Para obtener información sobre cómo asociar una función de ejecución a un SageMaker dominio 
existente, consulte. Edición de la configuración del dominio

• Para obtener información sobre cómo asociar un rol de ejecución a un perfil de usuario existente, 
consulte Adición y eliminación de perfiles de usuario.

• Para obtener información sobre cómo asociar un rol de ejecución a una instancia de cuaderno 
existente, consulte Actualización de una instancia de cuaderno..

También puede pasar el ARN de un rol de ejecución a su llamada a la API. Por ejemplo, con el SDK 
de Amazon SageMaker Python, puede pasar el ARN de su función de ejecución a un estimador. 
En el siguiente ejemplo de código, se crea un estimador mediante el contenedor de algoritmos 
XGBoost y se pasa el ARN del rol de ejecución como parámetro. Para ver el ejemplo completo 
GitHub, consulte Predicción de la pérdida de clientes con XGBoost.

import sagemaker, boto3
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from sagemaker import image_uris

sess = sagemaker.Session()
region = sess.boto_region_name
bucket = sess.default_bucket()
prefix = "sagemaker/DEMO-xgboost-churn"
container = sagemaker.image_uris.retrieve("xgboost", region, "1.7-1")

xgb = sagemaker.estimator.Estimator( 
    container, 
     execution-role-ARN, 
    instance_count=1, 
    instance_type="ml.m4.xlarge", 
    output_path="s3://{}/{}/output".format(bucket, prefix), 
    sagemaker_session=sess,
)

...

Añadir permisos adicionales de Amazon S3 a un rol SageMaker de ejecución

Cuando utiliza una SageMaker función con recursos de Amazon S3, como datos de entrada, la 
función de ejecución que especifique en la solicitud (por ejemploCreateTrainingJob) se utiliza 
para acceder a estos recursos.

Si asocia la política administrada por IAM, AmazonSageMakerFullAccess, a un rol de ejecución, 
solo concede permiso al rol para que realice determinadas acciones de Amazon S3 en buckets 
u objetos con SageMaker, Sagemaker, sagemaker o aws-glue en el nombre. También tiene 
permiso para realizar las siguientes acciones en cualquier recurso de Amazon S3:

"s3:CreateBucket",  
"s3:GetBucketLocation",
"s3:ListBucket",
"s3:ListAllMyBuckets",
"s3:GetBucketCors",
"s3:PutBucketCors"

Para conceder permisos a un rol de ejecución para acceder a uno o más buckets específicos en 
Amazon S3, puede asociar al rol una política similar a la siguiente. Esta política otorga a un rol de 
IAM permiso para realizar todas las acciones que permite AmazonSageMakerFullAccess, pero 
restringe este acceso a los buckets DOC-EXAMPLE-BUCKET1 y DOC-EXAMPLE-BUCKET2. Consulte 
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la documentación de seguridad de la SageMaker función específica que esté utilizando para obtener 
más información sobre los permisos de Amazon S3 necesarios para esa función.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:AbortMultipartUpload" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET1/*", 
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET2/*" 
            ] 
        },  
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:CreateBucket", 
                "s3:GetBucketLocation", 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets", 
                "s3:GetBucketCors", 
                "s3:PutBucketCors" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetBucketAcl", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET1", 
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET2" 
            ] 
        } 
    ]
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}

Obtener un rol de ejecución

Puede utilizar la SageMaker consola o la AWS CLI para recuperar el ARN de la función de ejecución 
asociada a un SageMaker dominio, un perfil de usuario o una instancia de bloc de notas.

• Para encontrar el ARN de la función de ejecución de IAM asociada a un SageMaker dominio, 
consulte. Visualización y edición de dominios

• Para buscar el ARN del rol de ejecución de IAM asociado a un perfil de usuario, consulte
Visualización de los perfiles de usuario y los detalles del perfil de usuario.

• Para buscar el ARN del rol de ejecución de IAM asociado a una instancia de cuaderno:

1. Abra la consola de IAM en https://console.aws.amazon.com/iam/.

2. En el panel de navegación de la izquierda, elija Cuaderno y, a continuación, Instancias de 
cuaderno.

3. De la lista de cuadernos, seleccione aquel que desee ver.

4. El ARN se encuentra en la sección Permisos y cifrado.

Como alternativa, los usuarios del SDK de Amazon SageMaker Python pueden recuperar el ARN del 
rol de ejecución adjunto a su perfil de usuario o a una instancia de notebook ejecutando el siguiente 
código:

import sagemaker
sagemaker_session = sagemaker.Session()
role = sagemaker.get_execution_role()

Note

La función de ejecución solo está disponible cuando se ejecuta un bloc de notas interno 
SageMaker. Si lo ejecutas get_execution_role en un cuaderno que no esté encendido 
SageMaker, es de esperar un error de «región».
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Transferencia de roles

Acciones como transferir un rol de un servicio a otro son una función común en este país 
SageMaker. Encontrará más información sobre las acciones, los recursos y las claves de condición 
SageMaker en la Guía del usuario de IAM.

El rol (iam:PassRole) se transfiere al realizar estas llamadas a la API: CreateAutoMLJob,
CreateCompilationJob, CreateDomain, CreateFeatureGroup, CreateFlowDefiniton,
CreateHyperParameterTuningJob, CreateImage, CreateLabelingJob, CreateModel,
CreateMonitoringSchedule, CreateNotebookInstance, CreateProcessingJob,
CreateTrainingJob, CreateUserProfile, RenderUiTemplate y UpdateImage.

Debe adjuntar la siguiente política de confianza a la función de IAM, que otorga los permisos 
SageMaker principales para asumir la función y es la misma para todas las funciones de ejecución:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

Los permisos que tiene que conceder al rol varían según la API a la que llame. Las siguientes 
secciones explican estos permisos.

Note

En lugar de administrar permisos mediante la creación de una política de permisos, puede 
usar la política de permiso AmazonSageMakerFullAccess administrada por AWS. 
Los permisos de esta política son bastante amplios para permitir las acciones que quiera 
llevar a cabo en SageMaker. Para ver un listado de la política, incluida información acerca 
de los motivos para añadir muchos de los permisos, consulte AWSpolítica gestionada: 
AmazonSageMakerFullAccess. Si prefiere crear políticas personalizadas y administrar 
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permisos para delimitarlos solo a las acciones que es necesario realizar con el rol de 
ejecución, consulte los siguientes temas.

Important

Si tiene problemas, consulte Solución de problemas de Amazon SageMaker Identity and 
Access.

Para obtener más información acerca de los roles de IAM, consulte Roles de IAM en la guía del 
usuario de IAM.

Temas

• CreateAutoAPI MLJob: permisos del rol de ejecución

• CreateDomain API: Permisos de rol de ejecución

• CreateImage y UpdateImage API: permisos de roles de ejecución

• CreateNotebookInstance API: Permisos de roles de ejecución

• CreateHyperParameterTuningJob API: permisos de funciones de ejecución

• CreateProcessingJob API: permisos de funciones de ejecución

• CreateTrainingJob API: permisos de funciones de ejecución

• CreateModel API: permisos de funciones de ejecución

• SageMaker funciones de capacidades geoespaciales

CreateAutoAPI MLJob: permisos del rol de ejecución

Para un rol de ejecución que puede pasar en una solicitud de API CreateAutoMLJob, puede 
asociar la siguiente política de permisos mínimos al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
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            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeEndpointConfig", 
                "sagemaker:DescribeModel", 
                "sagemaker:InvokeEndpoint", 
                "sagemaker:ListTags", 
                "sagemaker:DescribeEndpoint", 
                "sagemaker:CreateModel", 
                "sagemaker:CreateEndpointConfig", 
                "sagemaker:CreateEndpoint", 
                "sagemaker:DeleteModel", 
                "sagemaker:DeleteEndpointConfig", 
                "sagemaker:DeleteEndpoint", 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Si especifica una VPC privada para el trabajo de AutoML, agregue los siguientes permisos:

{ 
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    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ]
}

Si la entrada está cifrada mediante el uso del cifrado del lado del servidor con una clave administrada 
por AWS KMS (SSE-KMS), agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "kms:Decrypt" 
    ]
}

Si especifica una clave de KMS en la configuración de salida del trabajo AutoML, agregue los 
siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:Encrypt" 
    ]
}

Si especifica una clave de KMS de volumen en la configuración de recursos del trabajo AutoML, 
agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:CreateGrant" 
    ]
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}

CreateDomain API: Permisos de rol de ejecución

El rol de ejecución para los dominios con el IAM Identity Center y el rol de usuario/ejecución para 
los dominios de IAM necesitan los siguientes permisos cuando se transfiere una clave administrada 
por el cliente de AWS KMS como parte de la solicitud KmsKeyId de la API CreateDomain. Los 
permisos se aplican durante la llamada a la API CreateApp.

Para un rol de ejecución que puede pasar en una solicitud de la API CreateDomain, puede asociar 
la siguiente política de permiso al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "kms:CreateGrant", 
                "kms:DescribeKey" 
            ], 
            "Resource": "arn:aws:kms:region:account-id:key/kms-key-id" 
        } 
    ]
}

Como alternativa, si los permisos se especifican en una política de KMS, puede asociar la siguiente 
política al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Allow use of the key", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": [ 
                    "arn:aws:iam::account-id:role/ExecutionRole" 
                ] 
            }, 
            "Action": [ 
                "kms:CreateGrant", 
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                "kms:DescribeKey" 
            ], 
            "Resource": "*" 
        } 
    ]
}

CreateImage y UpdateImage API: permisos de roles de ejecución

Para un rol de ejecución que puede pasar en una solicitud de la API CreateImage o UpdateImage, 
puede asociar la siguiente política de permisos al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchGetImage", 
                "ecr:GetDownloadUrlForLayer" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        } 
    ]
}

CreateNotebookInstance API: Permisos de roles de ejecución

Los permisos que concede para el rol de ejecución para la llamada a la API
CreateNotebookInstance dependen de lo que piense hacer con la instancia de bloc de 
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notas. Si planea usarla para invocar SageMaker las API y pasar la misma función al llamar a las
CreateModel API CreateTrainingJob y, adjunte la siguiente política de permisos a la función:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*", 
                "ecr:GetAuthorizationToken", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:SetRepositoryPolicy", 
                "ecr:CompleteLayerUpload", 
                "ecr:BatchDeleteImage", 
                "ecr:UploadLayerPart", 
                "ecr:DeleteRepositoryPolicy", 
                "ecr:InitiateLayerUpload", 
                "ecr:DeleteRepository", 
                "ecr:PutImage", 
                "ecr:CreateRepository", 
                "cloudwatch:PutMetricData", 
                "cloudwatch:GetMetricData", 
                "cloudwatch:GetMetricStatistics", 
                "cloudwatch:ListMetrics", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents", 
                "logs:GetLogEvents", 
                "s3:CreateBucket", 
                "s3:ListBucket", 
                "s3:GetBucketLocation", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "robomaker:CreateSimulationApplication", 
                "robomaker:DescribeSimulationApplication", 
                "robomaker:DeleteSimulationApplication", 
                "robomaker:CreateSimulationJob", 
                "robomaker:DescribeSimulationJob", 
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                "robomaker:CancelSimulationJob", 
                "ec2:CreateVpcEndpoint", 
                "ec2:DescribeRouteTables", 
                "elasticfilesystem:DescribeMountTargets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "codecommit:GitPull", 
                "codecommit:GitPush" 
            ], 
            "Resource": [ 
                "arn:aws:codecommit:*:*:*sagemaker*", 
                "arn:aws:codecommit:*:*:*SageMaker*", 
                "arn:aws:codecommit:*:*:*Sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        } 
    ]
}

Para endurecer los permisos, limítelos a recursos de Amazon S3 y Amazon ECR específicos, 
limitando "Resource": "*" como se indica a continuación:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
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                "sagemaker:*", 
                "ecr:GetAuthorizationToken", 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents", 
                "logs:GetLogEvents" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket/object1", 
                "arn:aws:s3:::outputbucket/path", 
                "arn:aws:s3:::inputbucket/object2", 
                "arn:aws:s3:::inputbucket/object3" 
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            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": [ 
                "arn:aws:ecr:region::repository/my-repo1", 
                "arn:aws:ecr:region::repository/my-repo2", 
                "arn:aws:ecr:region::repository/my-repo3" 
            ] 
        } 
    ]
}

Si tiene previsto obtener acceso a otros recursos, como Amazon DynamoDB o Amazon Relational 
Database Service, agregue los permisos relevantes a esta política.

En la política anterior, examine la política de la siguiente forma:

• Examine el permiso s3:ListBucket al bucket determinado que especifica como
InputDataConfig.DataSource.S3DataSource.S3Uri en una solicitud
CreateTrainingJob.

• Examine los permisos s3:GetObject , s3:PutObject y s3:DeleteObject de la siguiente 
forma:

• Examine los siguientes valores que especifica en una solicitud CreateTrainingJob:

InputDataConfig.DataSource.S3DataSource.S3Uri

OutputDataConfig.S3OutputPath

• Examine los siguientes valores que especifica en una solicitud CreateModel:

PrimaryContainer.ModelDataUrl

SuplementalContainers.ModelDataUrl

• Examine los permisos ecr de la siguiente forma:
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• Examine el valor AlgorithmSpecification.TrainingImage que especifica en una 
solicitud CreateTrainingJob.

• Examine el valor PrimaryContainer.Image que especifica en una solicitud CreateModel:

Las acciones cloudwatch y logs son aplicables a los recursos "*". Para obtener más información, 
consulta CloudWatch Recursos y operaciones en la Guía del CloudWatch usuario de Amazon.

CreateHyperParameterTuningJob API: permisos de funciones de ejecución

Para un rol de ejecución que puede pasar en una solicitud de la API
CreateHyperParameterTuningJob, puede asociar la siguiente política de permisos al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

En lugar de "Resource": "*" especificarlos, puede limitar estos permisos a recursos específicos 
de Amazon S3, Amazon ECR y Amazon CloudWatch Logs:

{ 
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    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket/object", 
                "arn:aws:s3:::outputbucket/path" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "arn:aws:ecr:region::repository/my-repo" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
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                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams" 
            ], 
            "Resource": "arn:aws:logs:*:*:log-group:/aws/sagemaker/TrainingJobs*" 
        } 
    ]
}

Si el contenedor de entrenamiento asociado al trabajo de ajuste de hiperparámetros tiene que 
acceder a otros orígenes de datos, como los recursos de DynamoDB o Amazon RDS, agregue los 
permisos pertinentes a esta política.

En la política anterior, examine la política de la siguiente forma:

• Examine el permiso s3:ListBucket al bucket determinado que especifica como
InputDataConfig.DataSource.S3DataSource.S3Uri en una solicitud
CreateTrainingJob.

• Examine los permisos s3:GetObject y s3:PutObject de los siguientes objetos 
que especifica en la configuración de datos de entrada y salida en una solicitud
CreateHyperParameterTuningJob:

InputDataConfig.DataSource.S3DataSource.S3Uri

OutputDataConfig.S3OutputPath

• Delimite los permisos de Amazon ECR a la ruta de registro 
(AlgorithmSpecification.TrainingImage) que especifique en una solicitud
CreateHyperParameterTuningJob.

• Limite CloudWatch los permisos de Amazon Logs a registrar un grupo de trabajos de SageMaker 
formación.

Las acciones cloudwatch son aplicables a los recursos “*”. Para obtener más información, consulta
CloudWatch Recursos y operaciones en la Guía del CloudWatch usuario de Amazon.

Si especifica una VPC privada para el trabajo de ajuste de hiperparámetros, agregue los siguientes 
permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
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        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ]
}

Si la entrada está cifrada mediante el uso del cifrado del lado del servidor con una clave administrada 
por AWS KMS (SSE-KMS), agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "kms:Decrypt" 
    ]
}

Si especifica una clave de KMS en la configuración de salida del trabajo de ajuste de 
hiperparámetros, agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:Encrypt" 
    ]
}

Si especifica una clave de KMS de volumen en la configuración de recursos del trabajo de ajuste de 
hiperparámetros, agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:CreateGrant" 
    ]
}
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CreateProcessingJob API: permisos de funciones de ejecución

Para un rol de ejecución que puede pasar en una solicitud de la API CreateProcessingJob, 
puede asociar la siguiente política de permisos al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

En lugar de especificar "Resource": "*", podría delimitar estos permisos a recursos de Amazon 
S3 y Amazon ECR específicos:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
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                "logs:DescribeLogStreams", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket/object", 
                "arn:aws:s3:::outputbucket/path" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "arn:aws:ecr:region::repository/my-repo" 
        } 
    ]
}

Si CreateProcessingJob.AppSpecification.ImageUri tiene que tener acceso a otros 
orígenes de datos, como recursos de Amazon DynamoDB o Amazon RDS, agregue los permisos 
pertinentes a esta política.

En la política anterior, examine la política de la siguiente forma:
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• Examine el permiso s3:ListBucket al bucket determinado que especifica como
ProcessingInputs en una solicitud CreateProcessingJob.

• Examine los permisos s3:GetObject  y s3:PutObject a los objetos que se descargarán 
o cargarán en ProcessingInputs y ProcessingOutputConfig en una solicitud
CreateProcessingJob.

• Delimite los permisos de Amazon ECR a la ruta de registro (AppSpecification.ImageUri) que 
especifique en una solicitud CreateProcessingJob.

Las acciones cloudwatch y logs son aplicables a los recursos "*". Para obtener más información, 
consulta CloudWatch Recursos y operaciones en la Guía del CloudWatch usuario de Amazon.

Si especifica una VPC privada para el trabajo de procesamiento, agregue los siguientes permisos. 
No incluya condiciones ni filtros de recursos a la política. De lo contrario, las comprobaciones de 
validación que se realicen durante la creación del trabajo de procesamiento darán por resultado un 
error.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ]
}

Si la entrada está cifrada mediante el uso del cifrado del lado del servidor con una clave administrada 
por AWS KMS (SSE-KMS), agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "kms:Decrypt" 
    ]
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}

Si especifica una clave de KMS en la configuración de salida del trabajo de procesamiento, agregue 
los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:Encrypt" 
    ]
}

Si especifica una clave de KMS de volumen en la configuración de recursos del trabajo de 
procesamiento, agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:CreateGrant" 
    ]
}

CreateTrainingJob API: permisos de funciones de ejecución

Para un rol de ejecución que puede pasar en una solicitud de la API CreateTrainingJob, puede 
asociar la siguiente política de permisos al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
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                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

En lugar de especificar "Resource": "*", podría delimitar estos permisos a recursos de Amazon 
S3 y Amazon ECR específicos:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
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            "Resource": [ 
                "arn:aws:s3:::inputbucket/object", 
                "arn:aws:s3:::outputbucket/path" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "arn:aws:ecr:region::repository/my-repo" 
        } 
    ]
}

Si CreateTrainingJob.AlgorithSpecifications.TrainingImage tiene que tener acceso 
a otros orígenes de datos, como recursos de Amazon DynamoDB o Amazon RDS, agregue los 
permisos pertinentes a esta política.

En la política anterior, examine la política de la siguiente forma:

• Examine el permiso s3:ListBucket al bucket determinado que especifica como
InputDataConfig.DataSource.S3DataSource.S3Uri en una solicitud
CreateTrainingJob.

• Examine los permisos s3:GetObject y s3:PutObject de los siguientes objetos que especifica 
en la configuración de datos de entrada y salida en una solicitud CreateTrainingJob:

InputDataConfig.DataSource.S3DataSource.S3Uri

OutputDataConfig.S3OutputPath

• Delimite los permisos de Amazon ECR a la ruta de registro 
(AlgorithmSpecification.TrainingImage) que especifique en una solicitud
CreateTrainingJob.

Las acciones cloudwatch y logs son aplicables a los recursos "*". Para obtener más información, 
consulta CloudWatch Recursos y operaciones en la Guía del CloudWatch usuario de Amazon.

Si especifica una VPC privada para el trabajo de capacitación, agregue los siguientes permisos:
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{ 
    "Effect": "Allow", 
    "Action": [ 
      "ec2:CreateNetworkInterface", 
      "ec2:CreateNetworkInterfacePermission", 
      "ec2:DeleteNetworkInterface", 
      "ec2:DeleteNetworkInterfacePermission", 
      "ec2:DescribeNetworkInterfaces", 
      "ec2:DescribeVpcs", 
      "ec2:DescribeDhcpOptions", 
      "ec2:DescribeSubnets", 
      "ec2:DescribeSecurityGroups" 
    ]
}

Si la entrada está cifrada mediante el uso del cifrado del lado del servidor con una clave administrada 
por AWS KMS (SSE-KMS), agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "kms:Decrypt" 
    ]
}

Si especifica una clave de KMS en la configuración de salida del trabajo de capacitación, agregue los 
siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:Encrypt" 
    ]
}

Si especifica una clave de KMS de volumen en la configuración de recursos del trabajo de 
capacitación, agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
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    "kms:CreateGrant" 
    ]
}

CreateModel API: permisos de funciones de ejecución

Para un rol de ejecución que puede pasar en una solicitud de la API CreateModel, puede asociar la 
siguiente política de permisos al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

En lugar de especificar "Resource": "*", puede delimitar estos permisos a recursos específicos 
de Amazon S3 y Amazon ECR:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
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                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket/object" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": [ 
                "arn:aws:ecr:region::repository/my-repo", 
                "arn:aws:ecr:region::repository/my-repo" 
             ] 
        } 
    ]
}

Si CreateModel.PrimaryContainer.Image tiene que obtener acceso a otros orígenes de datos, 
como recursos de Amazon DynamoDB o Amazon RDS, agregue permisos relevantes a esta política.

En la política anterior, examine la política de la siguiente forma:

• Examine los permisos de S3 en objetos que especifique en PrimaryContainer.ModelDataUrl
en una solicitud CreateModel.

• Delimite los permisos de Amazon ECR a una ruta de registro determinada que especifica como
PrimaryContainer.Image y SecondaryContainer.Image en una solicitud CreateModel.
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Las acciones cloudwatch y logs son aplicables a los recursos "*". Para obtener más información, 
consulta CloudWatch Recursos y operaciones en la Guía del CloudWatch usuario de Amazon.

Note

Si planea utilizar la función de barreras de SageMaker despliegue para el despliegue de 
modelos en producción, asegúrese de que su función de ejecución tenga permiso para 
realizar la cloudwatch:DescribeAlarms acción en sus alarmas de reversión automática.

Si especifica una VPC privada para el modelo, agregue los siguientes permisos:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ]
}

SageMaker funciones de capacidades geoespaciales

Como servicio gestionado, las capacidades SageMaker geoespaciales de Amazon realizan 
operaciones en su nombre en el AWS hardware gestionado por SageMaker él. Se utiliza AWS 
Identity and Access Management para conceder a los usuarios, grupos y roles acceso a la 
información SageMaker geoespacial.

Un administrador de IAM puede conceder estos permisos al usuario, grupo o rol mediante la AWS 
Management Console, la AWS CLI o uno de los AWS SDK.

Para utilizar la tecnología SageMaker geoespacial, necesita los siguientes permisos de IAM.

1. Un rol de SageMaker ejecución.
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Para utilizar las operaciones de API específicas de la zona SageMaker geoespacial, su función de 
SageMaker ejecución debe incluir al director del servicio SageMaker geoespacial sagemaker-
geospatial.amazonaws.com en la política de confianza de la función de ejecución. Esto 
permite que la función de SageMaker ejecución lleve a cabo acciones Cuenta de AWS en su 
nombre.

2. Un usuario, grupo o rol que tiene acceso a Amazon SageMaker Studio Classic y SageMaker 
geospatial

Para empezar con la tecnología SageMaker geoespacial, puede utilizar la política AWS 
administrada:. AmazonSageMakerGeospatialFullAccess Estas concesiones otorgarán a un 
usuario, grupo o rol acceso completo a la información SageMaker geoespacial. Para ver la política 
y obtener más información sobre qué acciones, recursos y condiciones están disponibles, consulte
AWSpolítica gestionada: AmazonSageMakerFullAccess.

Para empezar a usar Studio Classic y crear un SageMaker dominio de Amazon, 
consulteDescripción general SageMaker de Amazon Domain.

Utilice los siguientes temas para crear una nueva función de SageMaker ejecución, actualizar una 
función de SageMaker ejecución existente y aprender a gestionar los permisos mediante acciones, 
recursos y condiciones de IAM específicos desde el punto de vista SageMaker geoespacial.

Temas

• Crear un nuevo rol de ejecución SageMaker

• Agregar el principal del servicio SageMaker geoespacial a una función de SageMaker ejecución 
existente

• API StartEarthObservationJob: permisos de rol de ejecución

• API StartVectorEnrichmentJob: permisos de rol de ejecución

• API ExportEarthObservationJob: permisos de rol de ejecución

• API ExportVectorEnrichmentJob: permisos de rol de ejecución

Crear un nuevo rol de ejecución SageMaker

Para trabajar con las capacidades SageMaker geoespaciales, debe configurar un usuario, grupo 
o rol y un rol de ejecución. Un rol de usuario es una identidad de AWS con políticas de permisos 
que determinan lo que el usuario puede y no puede hacer en AWS. Un rol de ejecución es un rol 
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de IAM que concede al servicio permiso para acceder a sus recursos de AWS. Un rol de ejecución 
consiste en una política de permisos y confianza. La política de confianza especifica qué entidades 
principales tienen permiso para asumir el rol.

SageMaker la geoespacial también requiere un principio de servicio diferente,. sagemaker-
geospatial.amazonaws.com Si ya es un SageMaker cliente, debe añadir este principal de 
servicio adicional a su política de confianza.

Utilice el siguiente procedimiento para crear un rol de ejecución nuevo con la política administrada 
por IAM, AmazonSageMakerGeospatialFullAccess, asociada. Si su caso de uso requiere 
permisos más detallados, utilice otras secciones de esta guía para crear un rol de ejecución que se 
adapte a las necesidades de su empresa.

Important

La política administrada por IAM, AmazonSageMakerGeospatialFullAccess, utilizada 
en el siguiente procedimiento, solo concede permiso al rol de ejecución para realizar 
determinadas acciones de Amazon S3 en buckets u objetos con SageMaker, Sagemaker,
sagemaker o aws-glue en el nombre. Para obtener información sobre cómo actualizar la 
política del rol de ejecución para concederle acceso a otros buckets y objetos de Amazon S3, 
consulte Añadir permisos adicionales de Amazon S3 a un rol SageMaker de ejecución.

Para crear un nuevo rol

1. Abra la consola de IAM en https://console.aws.amazon.com/iam/.

2. Seleccione Roles y seleccione Crear rol.

3. Seleccione SageMaker.

4. Seleccione Siguiente: Permisos.

5. La política administrada por IAM, AmazonSageMakerGeospatialFullAccess, se asocia 
automáticamente a este rol. Para ver los permisos incluidos en esta política, seleccione la flecha 
lateral situada junto al nombre de la política. Seleccione Siguiente: Etiquetas.

6. De forma opcional, agregue etiquetas y seleccione Siguiente: Revisar.

7. Asigne un nombre al rol en el campo de texto situado bajo Nombre del rol y seleccione Crear rol.

8. En la sección Roles de la consola de IAM, seleccione el rol que acaba de crear en el paso 7. Si 
es necesario, utilice el cuadro de texto para buscar el rol con el nombre del rol que ingresó en el 
paso 7.
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9. En la página de resumen del rol, tome nota del ARN del rol.

Agregar el principal del servicio SageMaker geoespacial a una función de SageMaker ejecución 
existente

Para utilizar las operaciones de la API específicas desde el punto de vista SageMaker geoespacial, 
su función de SageMaker ejecución debe incluir al director del servicio SageMaker geoespacial
sagemaker-geospatial.amazonaws.com en la política de confianza de la función de ejecución. 
Esto permite que la función de SageMaker ejecución lleve a cabo acciones Cuenta de AWS en su 
nombre.

Acciones como transferir una función de un servicio a otro son habituales en el país SageMaker. 
Para obtener más información,

Para añadir el director del servicio SageMaker geoespacial a una función de SageMaker ejecución 
existente, actualice la política existente para incluir el director del servicio SageMaker geoespacial, 
tal y como se muestra en la siguiente política de confianza. Al asociar el director del servicio a la 
política de confianza, un rol de SageMaker ejecución ahora puede ejecutar las API SageMaker 
geoespaciales específicas en su nombre.

Para obtener más información sobre las acciones, los recursos y las condiciones de la IAM 
específicos del ámbito SageMaker geoespacial, consulte las claves de acciones, recursos y 
condiciones de la IAM SageMaker en la Guía del usuario de la IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                     "sagemaker-geospatial.amazonaws.com", 
                    "sagemaker.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

SageMaker Funciones 6085

https://docs.aws.amazon.com/IAM/latest/UserGuide/list_amazonsagemaker.html#amazonsagemaker-actions-as-permissions
https://docs.aws.amazon.com/IAM/latest/UserGuide/list_amazonsagemaker.html#amazonsagemaker-actions-as-permissions


Amazon SageMaker Guía para desarrolladores

API StartEarthObservationJob: permisos de rol de ejecución

Para un rol de ejecución que puede pasar en una solicitud de API StartEarthObservationJob, 
puede asociar la siguiente política de permisos mínimos al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:ListBucketMultipartUploads" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetEarthObservationJob", 
        "Resource":  "arn:aws:sagemaker-geospatial:*:*:earth-observation-job/*" 
        }, 
        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetRasterDataCollection", 
        "Resource": "arn:aws:sagemaker-geospatial:*:*:raster-data-collection/*" 
        } 
    ] 
    }

Si el bucket de Amazon S3 de entrada está cifrado mediante el cifrado del lado del servidor con una 
clave administrada por AWS KMS (SSE-KMS), consulte Uso de claves de bucket de Amazon S3
para obtener más información.

API StartVectorEnrichmentJob: permisos de rol de ejecución

Para un rol de ejecución que puede pasar en una solicitud de API StartVectorEnrichmentJob, 
puede asociar la siguiente política de permisos mínimos al rol:
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{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:ListBucketMultipartUploads" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetVectorEnrichmentJob", 
        "Resource":  "arn:aws:sagemaker-geospatial:*:*:vector-enrichment-job/*" 
        } 
    ] 
    }

Si el bucket de Amazon S3 de entrada está cifrado mediante el cifrado del lado del servidor con una 
clave administrada por AWS KMS (SSE-KMS), consulte Uso de claves de bucket de Amazon S3
para obtener más información.

API ExportEarthObservationJob: permisos de rol de ejecución

Para un rol de ejecución que puede pasar en una solicitud de API ExportEarthObservationJob, 
puede asociar la siguiente política de permisos mínimos al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:PutObject", 
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                "s3:GetObject", 
                "s3:ListBucketMultipartUploads" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetEarthObservationJob", 
        "Resource":  "arn:aws:sagemaker-geospatial:*:*:earth-observation-job/*" 
        } 
    ] 
    }

Si el bucket de Amazon S3 de entrada está cifrado mediante el cifrado del lado del servidor con una 
clave administrada por AWS KMS (SSE-KMS), consulte Uso de claves de bucket de Amazon S3
para obtener más información.

API ExportVectorEnrichmentJob: permisos de rol de ejecución

Para un rol de ejecución que puede pasar en una solicitud de API ExportVectorEnrichmentJob, 
puede asociar la siguiente política de permisos mínimos al rol:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:ListBucketMultipartUploads" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
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        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetVectorEnrichmentJob", 
        "Resource":  "arn:aws:sagemaker-geospatial:*:*:vector-enrichment-job/*" 
        } 
    ] 
    }

Si el bucket de Amazon S3 de entrada está cifrado mediante el cifrado del lado del servidor con una 
clave administrada por AWS KMS (SSE-KMS), consulte Uso de claves de bucket de Amazon S3.

Gestor de SageMaker funciones de Amazon

Los administradores de aprendizaje automático (ML) que se esfuerzan por obtener permisos con 
privilegios mínimos en Amazon SageMaker deben tener en cuenta una diversidad de perspectivas 
del sector, incluidas las necesidades únicas de acceso con los mínimos privilegios que requieren 
personas como los científicos de datos, los ingenieros de operaciones de aprendizaje automático 
(MLOP) y más. Utilice Amazon SageMaker Role Manager para crear y gestionar funciones de IAM 
personalizadas para las necesidades habituales de aprendizaje automático directamente a través de 
la consola de Amazon. SageMaker

Amazon SageMaker Role Manager proporciona 3 roles preconfigurados y permisos predefinidos 
para 12 actividades comunes de aprendizaje automático. Explore las personas proporcionadas y las 
políticas sugeridas, o cree y mantenga roles para personas únicas que se adapten a las necesidades 
de su empresa. Si necesita una personalización adicional, especifique los permisos de red y 
cifrado para los recursos y las claves de AWS Key Management Servicecifrado Paso 1. Ingresar la 
información del rol  de Amazon Virtual Private Cloud en Amazon SageMaker Role Manager.

Temas

• Uso del administrador de roles (consola)

• Uso del administrador de roles (AWS CDK)

• Referencia de persona

• Referencia de actividad de ML

• Inicie Studio Classic

• Preguntas frecuentes sobre el administrador de roles
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Uso del administrador de roles (consola)

Puede utilizar el Amazon SageMaker Role Manager desde las siguientes ubicaciones de la barra de 
navegación de la izquierda de la SageMaker consola de Amazon:

• Introducción: agregue rápidamente políticas de permisos para sus usuarios.

• Dominios: añade políticas de permisos para los usuarios de un SageMaker dominio de Amazon.

• Cuadernos: agregue un mínimo de permisos a los usuarios que creen y ejecuten cuadernos.

• Entrenamiento: agregue un mínimo de permisos a los usuarios que creen y administren trabajos de 
entrenamiento.

• Inferencia: agregue un mínimo de permisos para los usuarios que implementen y administren 
modelos para realizar inferencias.

Puede utilizar los siguientes procedimientos para iniciar el proceso de creación de un rol desde 
diferentes ubicaciones de la SageMaker consola.

Introducción

Si es la primera vez que lo utiliza SageMaker , le recomendamos que cree un rol en la sección
Primeros pasos.

Para crear un rol con Amazon SageMaker Role Manager, haga lo siguiente.

1. Abre la SageMaker consola de Amazon.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.

3. En Configuraciones de administración, elija Administrador de roles.

4. Elija Crear rol.

Dominios

Puede crear un rol con Amazon SageMaker Role Manager al iniciar el proceso de creación de un 
SageMaker dominio de Amazon.

Para crear un rol con Amazon SageMaker Role Manager, haga lo siguiente.

1. Abre la SageMaker consola de Amazon.

2. En el panel de navegación izquierdo, seleccione Configuraciones de administración.
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3. En Configuraciones de administración, elija Dominios.

4. Seleccione Crear dominio.

5. Elija Crear un rol de con el asistente de creación de roles.

Cuaderno

Puede crear un rol con Amazon SageMaker Role Manager al iniciar el proceso de creación de un 
bloc de notas.

Para crear un rol con Amazon SageMaker Role Manager, haga lo siguiente.

1. Abre la SageMaker consola de Amazon.

2. En el panel de navegación izquierdo, seleccione Cuaderno.

3. Seleccione Instancias de bloc de notas.

4. Elija Crear instancia de bloc de notas.

5. Elija Crear un rol de con el asistente de creación de roles.

Formación

Puede crear un rol con Amazon SageMaker Role Manager al iniciar el proceso de creación de un 
trabajo de formación.

Para crear un rol con Amazon SageMaker Role Manager, haga lo siguiente.

1. Abre la SageMaker consola de Amazon.

2. En el panel de navegación izquierdo, elija Entrenamiento.

3. Seleccione Trabajos de entrenamiento.

4. Elija Crear trabajo de entrenamiento.

5. Elija Crear un rol de con el asistente de creación de roles.

Inferencia

Puede crear un rol con Amazon SageMaker Role Manager al iniciar el proceso de implementación de 
un modelo de inferencia.

Para crear un rol con Amazon SageMaker Role Manager, haga lo siguiente.
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1. Abre la SageMaker consola de Amazon.

2. En el panel de navegación izquierdo, elija Inferencia.

3. Seleccione Modelos.

4. Seleccione Crear modelo.

5. Elija Crear un rol de con el asistente de creación de roles.

Una vez que haya completado uno de los procedimientos anteriores, utilice la información de las 
siguientes secciones para ayudarle a crear el rol.

Requisitos previos

Para utilizar Amazon SageMaker Role Manager, debe tener permiso para crear un rol de IAM. Este 
permiso suele estar disponible para los administradores de ML y los roles con permisos de privilegios 
mínimos para los profesionales de ML.

Puede asumir temporalmente un rol de IAM en la AWS Management Consolecambiando de roles. 
Para más información sobre los métodos para el uso de roles, consulte Uso de roles de IAM en la
Guía del Usuario de IAM.

Paso 1. Ingresar la información del rol

Proporcione un nombre para usarlo como sufijo exclusivo de su nueva SageMaker función. De forma 
predeterminada, se agrega el prefijo "sagemaker-" al nombre de cada rol para facilitar la búsqueda 
en la consola de IAM. Por ejemplo, si llama a su rol test-123 durante la creación del rol, este 
aparecerá como sagemaker-test-123 en la consola de IAM. También puede optar por agregar 
una descripción de su rol para proporcionar detalles adicionales.

Luego, debe elegir una de las personas disponibles para obtener sugerencias de permisos para 
personas como científicos de datos, ingenieros de datos o ingenieros de operaciones de machine 
learning (MLOps). Para obtener información sobre las personas disponibles y sus permisos 
sugeridos, consulte Referencia de persona. Para crear un rol sin ningún permiso sugerido que le 
sirva de guía, seleccione Configuración de rol personalizada.

Note

Le recomendamos que utilice primero el administrador de roles para crear un rol de 
SageMaker cómputo, de modo que los recursos de SageMaker cómputo puedan realizar 
tareas como la formación y la inferencia. Usa el personaje de rol de SageMaker cómputo 
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para crear este rol con el administrador de roles. Después de crear un rol de SageMaker 
cómputo, anote su ARN para usarlo en el futuro.

Condiciones de red y cifrado

Se recomienda activar la personalización de la VPC para usar configuraciones de VPC, subredes 
y grupos de seguridad con políticas de IAM asociadas a su nuevo rol. Cuando se activa la 
personalización de la VPC, las políticas de IAM para las actividades de ML que interactúan con los 
recursos de la VPC se limitan al acceso con privilegios mínimos. La personalización de la VPC no 
está habilitada de forma predeterminada. Para obtener más información sobre la arquitectura de red 
recomendada, consulte Networking architecture en la Guía técnica de AWS.

También puede utilizar una clave de KMS para cifrar, descifrar y volver a cifrar datos para cargas de 
trabajo reguladas con datos altamente confidenciales. Cuando se activa la personalización de AWS 
KMS, las políticas de IAM para las actividades de ML que admiten claves de cifrado personalizadas 
se reducen al acceso con privilegios mínimos. Para obtener más información, consulte Encryption 
with AWS KMS en la Guía técnica de AWS.

Paso 2. Configurar las actividades de ML

Cada actividad de Amazon SageMaker Role Manager ML incluye permisos de IAM sugeridos para 
proporcionar acceso a AWS los recursos pertinentes. Algunas actividades de ML requieren que 
agregue los ARN de los roles de servicio para completar la configuración. Para obtener información 
sobre las actividades de ML predefinidas y sus permisos, consulte Referencia de actividad de ML. 
Para obtener más información sobre cómo agregar roles de servicio, consulte Roles de servicio.

En función de la persona elegida, algunas actividades de ML ya están seleccionadas. Puede quitar 
la selección de cualquier actividad de ML sugerida o seleccionar actividades adicionales para crear 
su propio rol. Si selecciona la persona de configuración de rol personalizada, en este paso no se 
preseleccionará ninguna actividad de ML.

Puede agregar cualquier política de IAM adicional administrada por AWS o el cliente a su rol en Paso 
3: Agregar políticas y etiquetas adicionales.

Roles de servicio

Algunos servicios de AWS pueden adoptar un rol de servicio para realizar acciones en su nombre. 
Si la actividad de ML que ha seleccionado requiere que pase un rol de servicio, debe proporcionar el 
ARN de ese rol de servicio.
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Puede crear un nuevo rol de servicio o usar uno existente, como un rol de servicio creado con el 
personaje de SageMaker Compute Role. Para buscar el ARN de un rol existente, seleccione el 
nombre del rol en la sección Roles de la Consola de IAM. Para obtener más información sobre los 
roles de servicio, consulte Creación de un rol para un servicio de AWS.

Paso 3: Agregar políticas y etiquetas adicionales

Puede agregar cualquier política de IAM existente administrada por AWS el cliente a su nuevo 
rol. Para obtener información sobre SageMaker las políticas existentes, consulta Políticas AWS 
gestionadas para Amazon SageMaker. También puede consultar sus políticas actuales en la sección
Roles de la consola de IAM.

Si lo desea, utilice condiciones de políticas basadas en etiquetas para asignar información de 
metadatos a fin de clasificar y administrar los recursos de AWS. Cada etiqueta está representada por 
un par clave-valor. Para obtener más información, consulte Control de acceso a recursos de AWS 
mediante etiquetas.

Revisar el rol

Tómese su tiempo para revisar toda la información asociada a su nuevo rol. Seleccione Anterior para 
volver atrás y editar cualquier parte de la información. Cuando esté listo para crear el rol, seleccione
Crear. Esto genera un rol con permisos para las actividades de ML seleccionadas. Puede ver su 
nuevo rol en la sección Roles de la Consola de IAM.

Uso del administrador de roles (AWS CDK)

Utilice Amazon SageMaker Role Manager para crear roles y establecer permisos mediante 
programación. AWS Cloud Development Kit (AWS CDK) Puede utilizar el AWS CDK para realizar 
cualquier tarea que pueda realizar con la AWS Management Console. El acceso programático del 
CDK facilita la concesión de permisos que permitan a los usuarios acceder a recursos específicos. 
Para obtener más información acerca del AWS CDK, consulte ¿Qué es AWS CDK?

Important

Debe usar el personaje de rol de SageMaker cómputo para crear un rol de SageMaker 
cómputo. Para obtener más información acerca de la persona de computación, consulte
SageMaker Compute una persona. Para ver el código que puede usar para crear el rol 
de computación dentro del AWS CDK, consulte Conceder permisos a una persona de 
computación.
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A continuación se muestran ejemplos de tareas que puede realizar en el AWS CDK:

• Crear roles de IAM con permisos detallados para personas dedicadas al machine learning (ML), 
como científicos de datos e ingenieros de MLOps.

• Conceder permisos a construcciones de CDK a partir de personas o actividades de ML.

• Establecer parámetros de condición de actividad de ML.

• Habilitar condiciones globales de Amazon VPC y AWS Key Management Service y establecer 
valores para ellas.

• Elegir entre todas las versiones de las actividades de ML para sus usuarios sin interrumpir su 
acceso.

Hay AWS tareas comunes relacionadas con el aprendizaje automático (ML) SageMaker que 
requieren permisos de IAM específicos. Los permisos para realizar las tareas se definen como 
actividades de aprendizaje automático en Amazon SageMaker Role Manager. Las actividades de ML 
especifican un conjunto de permisos que están vinculados al rol de IAM. Por ejemplo, la actividad 
de aprendizaje automático de Amazon SageMaker Studio Classic tiene todos los permisos que un 
usuario necesita para acceder a Studio Classic. Para obtener más información sobre las actividades 
de ML, consulte Referencia de actividad de ML.

Al crear roles, primero debe definir los constructos para la persona de ML o la actividad de ML. Un 
constructo es un recurso dentro de la pila de AWS CDK. Por ejemplo, un constructo podría ser un 
bucket de Amazon S3, una subred de Amazon VPC o un rol de IAM.

Al crear la persona o actividad, puede limitar los permisos asociados a esa persona o actividad 
a recursos específicos. Por ejemplo, puede personalizar la actividad para que solo proporcione 
permisos para una subred específica dentro de una Amazon VPC.

Una vez definidos los permisos, puede crear funciones y, a continuación, transferirlas a otros 
recursos, como instancias de SageMaker bloc de notas.

Los siguientes son ejemplos de código en TypeScript para tareas que puede realizar con el CDK. 
Al crear una actividad, se especifica un ID y las opciones para el constructo de la actividad. Las 
opciones son diccionarios que especifican los parámetros necesarios para las actividades, como 
un Amazon S3. Se pasa un diccionario vacío para las actividades que no tienen los parámetros 
necesarios.
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Conceder permisos a una persona de computación

El siguiente código crea una persona de ML de científico de datos con un conjunto de actividades 
de ML específicas para esa persona. Los permisos de las actividades de ML solo se aplican a la 
Amazon VPC y a las configuraciones de AWS KMS especificadas en el constructo de persona. El 
siguiente código crea una clase para una persona de científico de datos. Las actividades de ML se 
definen en la lista de actividades. Los permisos de VPC y los permisos de KMS se definen como 
parámetros opcionales fuera de la lista de actividades.

Una vez que haya definido la clase, puede crear un rol como un constructo dentro de la pila de AWS 
CDK. También puede crear una instancia de cuaderno. La persona que usa el rol de IAM que ha 
creado en el siguiente código puede acceder a la instancia de cuaderno al iniciar sesión en su cuenta 
de AWS.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const persona = new Persona(this, 'example-persona-id', { 
        activities: [ 
            Activity.accessAwsServices(this, 'example-id1', {}) 
        ] 
    }); 

    const role = persona.createRole(this, 'example-IAM-role-id', 'example-IAM-role-
name'); 
     
    }
}                                    
                 

Conceder permisos a una persona de científico de datos

El siguiente código crea una persona de ML de científico de datos con un conjunto de actividades 
de ML específicas para esa persona. Los permisos de las actividades de ML solo se aplican a la 
VPC y a las configuraciones de KMS especificadas en el constructo de persona. El siguiente código 
crea una clase para una persona de científico de datos. Las actividades de ML se definen en la 
lista de actividades. Los permisos de Amazon VPC y los permisos de AWS KMS se definen como 
parámetros opcionales fuera de la lista de actividades.
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Una vez que haya definido la clase, puede crear un rol como un constructo dentro de la pila de AWS 
CDK. También puede crear una instancia de cuaderno. La persona que usa el rol de IAM que ha 
creado en el siguiente código puede acceder a la instancia de cuaderno al iniciar sesión en su cuenta 
de AWS.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const persona = new Persona(this, 'example-persona-id', { 
        activities: [ 
            Activity.runStudioAppsV2(this, 'example-id1', {}), 
            Activity.manageJobs(this, 'example-id2', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.manageModels(this, 'example-id3', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.manageExperiments(this, 'example-id4', {}), 
            Activity.visualizeExperiments(this, 'example-id5', {}), 
            Activity.accessS3Buckets(this, 'example-id6', {s3buckets: 
 [s3.S3Bucket.fromBucketName('DOC-EXAMPLE-BUCKET')]}) 
        ], 
        // optional: to configure VPC permissions 
        subnets: [ec2.Subnet.fromSubnetId('example-VPC-subnet-id')], 
        securityGroups: [ec2.SecurityGroup.fromSecurityGroupId('example-VPC-security-
group-id')], 
        // optional: to configure KMS permissions 
        dataKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
        volumeKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
    }); 

    const role = persona.createRole(this, 'example-IAM-role-id', 'example-IAM-role-
name'); 
     
    const notebookInstance = new CfnNotebookInstance(this, 'example-notebook-instance-
name', { RoleArn: role.RoleArn, ...}); 
    }
}                                    
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Conceder permisos a una persona de MLOps

El siguiente código crea una persona de MLOps con un conjunto de actividades de ML específicas 
para esa persona. Los permisos de las actividades de ML solo se aplican a la Amazon VPC y a las 
configuraciones de AWS KMS especificadas en el constructo de persona. El siguiente código crea 
una clase para una persona de MLOps. Las actividades de ML se definen en la lista de actividades. 
Los permisos de VPC y los permisos de KMS se definen como parámetros opcionales fuera de la 
lista de actividades.

Una vez que haya definido la clase, puede crear un rol como un constructo dentro de la pila de AWS 
CDK. También puede crear un perfil de usuario de Amazon SageMaker Studio Classic. La persona 
que utilice el rol de IAM que ha creado en el siguiente código puede abrir SageMaker Studio Classic 
al iniciar sesión en su AWS cuenta.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const persona = new Persona(this, 'example-persona-id', { 
        activities: [ 
            Activity.runStudioAppsV2(this, 'example-id1', {}), 
            Activity.manageModels(this, 'example-id2', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.manageEndpoints(this, 'example-id3',{rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.managePipelines(this, 'example-id4', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.visualizeExperiments(this, 'example-id5', {}) 
        ], 
        subnets: [ec2.Subnet.fromSubnetId('example-VPC-subnet-id')], 
        securityGroups: [ec2.SecurityGroup.fromSecurityGroupId('example-VPC-security-
group-id')], 
        dataKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
        volumeKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
    }); 

    const role = persona.createRole(this, 'example-IAM-role-id', 'example-IAM-role-
name'); 
     
    let userProfile = new CfnNUserProfile(this, 'example-Studio Classic-profile-name', 
 { RoleName: role.RoleName, ... });   
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    }
} 
                 

Conceder permisos a un constructo

El siguiente código crea una persona de MLOps con un conjunto de actividades de ML específicas 
para esa persona. El siguiente código crea una clase para una persona de MLOps. Las actividades 
de ML se definen en la lista de actividades.

Una vez que haya definido la clase, puede crear un rol como un constructo dentro de la pila de 
AWS CDK. También puede crear una instancia de cuaderno. El código concede permisos de las 
actividades de ML al rol de IAM de la función de Lambda.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const persona = new Persona(this, 'example-persona-id', { 
        activities: [ 
            Activity.runStudioAppsV2(this, 'example-id1', {}), 
            Activity.manageModels(this, 'example-id2', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.manageEndpoints(this, 'example-id3',{rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.managePipelines(this, 'example-id4', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.visualizeExperiments(this, 'example-id5', {}) 
        ], 
    }); 

    const lambdaFn = lambda.Function.fromFunctionName('example-lambda-function-name'); 
    persona.grantPermissionsTo(lambdaFn); 
    }
}                 
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Conceder permisos para una sola actividad de ML

El siguiente código crea una actividad de ML y crea un rol a partir de la actividad. Los permisos de la 
actividad solo se aplican a la configuración de VPC y KMS que especifique para el usuario.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const activity = Activity.manageJobs(this, 'example-activity-id', { 
        rolesToPass: [iam.Role.fromRoleName('example-IAM-role-name')], 
        subnets: [ec2.Subnet.fromSubnetId('example-VPC-subnet-id')], 
        securityGroups: [ec2.SecurityGroup.fromSecurityGroupId('example-VPC-security-
group-id')], 
        dataKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
        volumeKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
    }); 

    const role = activity.createRole(this, 'example-IAM-role-id', 'example-IAM-role-
name'); 
    }
}                  
                 

Crear un rol y asignarle permisos para una sola actividad

El siguiente código crea un rol de IAM para una única actividad de ML.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const activity = Activity.manageJobs(this, 'example-activity-id', { 
        rolesToPass: [iam.Role.fromRoleName('example-IAM-role-name')], 
    }); 
         

    activity.create_role(this, 'example-IAM-role-id', 'example-IAM-role-name')  
    }
} 
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Referencia de persona

Amazon SageMaker Role Manager proporciona permisos sugeridos para varias personas de ML. 
Estos incluyen funciones de ejecución de usuarios para las responsabilidades habituales de los 
profesionales del aprendizaje automático, así como funciones de ejecución de servicios para las 
interacciones de AWS servicio habituales necesarias para trabajar con ellas SageMaker.

Cada persona tiene permisos sugeridos en forma de actividades de ML seleccionadas. Para obtener 
información sobre las actividades de ML predefinidas y sus permisos, consulte Referencia de 
actividad de ML.

Persona de científico de datos

Utilice esta persona para configurar los permisos necesarios para llevar a cabo el desarrollo y la 
experimentación generales del aprendizaje automático en un SageMaker entorno. Esta persona 
incluye las siguientes actividades de ML preseleccionadas:

• Ejecute las aplicaciones clásicas de Studio

• Administrar trabajos de ML

• Administrar modelos

• Administrar experimentos

• Buscar y visualizar experimentos

• Acceder al bucket de Amazon S3

Persona de MLOps

Elija esta persona para configurar los permisos para las actividades operativas. Esta persona incluye 
las siguientes actividades de ML preseleccionadas:

• Ejecute las aplicaciones clásicas de Studio

• Administrar modelos

• Administrar puntos de conexión

• Administrar canalizaciones

• Buscar y visualizar experimentos

Administrador de roles 6101



Amazon SageMaker Guía para desarrolladores

SageMaker Compute una persona

Note

Se recomienda utilizar primero el administrador de roles para crear un rol de SageMaker 
cómputo de modo que los recursos de SageMaker cómputo puedan realizar tareas como la 
formación y la inferencia. Usa el personaje SageMaker Compute Role para crear este rol con 
el administrador de roles. Después de crear un rol de SageMaker cómputo, anote su ARN 
para usarlo en el futuro.

Esta persona incluye la siguiente actividad de ML preseleccionada:

• Acceder a los servicios de AWS necesarios

Referencia de actividad de ML

Las actividades de aprendizaje automático son AWS tareas habituales relacionadas con el 
aprendizaje automático SageMaker que requieren permisos de IAM específicos. Cada persona
sugiere actividades de aprendizaje automático relacionadas al crear un rol en Amazon SageMaker 
Role Manager. Puede seleccionar cualquier actividad de ML adicional o quitar la selección de 
cualquier actividad de ML sugerida para crear un rol que se adapte a sus necesidades empresariales 
únicas.

Amazon SageMaker Role Manager proporciona permisos predefinidos para las siguientes 
actividades de aprendizaje automático:

Actividad de ML Descripción

Acceder a los servicios de AWS necesarios Permisos para acceder a Amazon S3, Amazon 
ECR CloudWatch, Amazon y Amazon EC2. 
Se requiere para los roles de ejecución de los 
trabajos y los puntos de conexión.

Ejecute aplicaciones de Studio Classic Permisos para operar en un entorno de Studio 
Classic. Se requiere para los roles de ejecución 
de dominios y perfiles de usuario.
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Actividad de ML Descripción

Administrar trabajos de ML Permisos para auditar, consultar el linaje y 
visualizar los experimentos.

Administrar modelos Permisos para gestionar los SageMaker 
trabajos a lo largo de sus ciclos de vida.

Administrar puntos de conexión Permisos para gestionar las implementaciones 
y actualizaciones de los SageMaker terminales.

Administrar canalizaciones Permisos para gestionar SageMaker canalizac 
iones y ejecuciones de canalizaciones.

Administrar experimentos Permisos para gestionar SageMaker experimen 
tos y ensayos.

Buscar y visualizar experimentos Permisos para auditar, consultar el linaje y 
visualizar los experimentos.

Administrar el monitor de modelos Permisos para gestionar los programas de 
supervisión de SageMaker Model Monitor.

Acceso completo a S3 Permisos para realizar todas las operaciones 
de Amazon S3.

Acceso a buckets de S3 Permisos para realizar operaciones en buckets 
de S3 específicos.

Consulta de grupos de trabajo de Athena Permisos para ejecutar y administrar consultas 
de Amazon Athena.

Inicie Studio Classic

Utilice sus funciones centradas en las personas para lanzar Studio Classic. Si eres administrador, 
puedes dar a tus usuarios acceso a Studio Classic y hacer que asuman su rol de persona 
directamente a través de él AWS Management Console o a través del. AWS IAM Identity Center
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Inicie Studio Classic con AWS Management Console

Para que los científicos de datos u otros usuarios asuman su personalidad a través de élAWS 
Management Console, necesitan un rol de consola para acceder al entorno de Studio Classic.

No puede usar Amazon SageMaker Role Manager para crear un rol que conceda permisos aAWS 
Management Console. Sin embargo, después de crear un rol de servicio en el administrador de roles, 
puede ir a la consola de IAM para editar el rol y agregar un rol de acceso de usuario. A continuación 
se muestra un ejemplo de un rol que proporciona a los usuarios acceso a la AWS Management 
Console:

{ 
    "Version": "2012-10-17", 
    "Statement": 
    [ 
        { 
            "Sid": "DescribeCurrentDomain", 
            "Effect": "Allow", 
            "Action": "sagemaker:DescribeDomain", 
            "Resource": "arn:aws:sagemaker:<REGION>:<ACCOUNT-ID>:domain/<STUDIO-DOMAIN-
ID>" 
        }, 
        { 
            "Sid": "RemoveErrorMessagesFromConsole", 
            "Effect": "Allow", 
            "Action": 
            [ 
                "servicecatalog:ListAcceptedPortfolioShares", 
                "sagemaker:GetSagemakerServicecatalogPortfolioStatus", 
                "sagemaker:ListModels", 
                "sagemaker:ListTrainingJobs", 
                "servicecatalog:ListPrincipalsForPortfolio", 
                "sagemaker:ListNotebookInstances", 
                "sagemaker:ListEndpoints" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "RequiredForAccess", 
            "Effect": "Allow", 
            "Action": 
            [ 
                "sagemaker:ListDomains", 

Administrador de roles 6104



Amazon SageMaker Guía para desarrolladores

                "sagemaker:ListUserProfiles" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "CreatePresignedURLForAccessToDomain", 
            "Effect": "Allow", 
            "Action": "sagemaker:CreatePresignedDomainUrl", 
            "Resource": "arn:aws:sagemaker:<REGION>:<ACCOUNT-ID>:user-profile/<STUDIO-
DOMAIN-ID>/<PERSONA_NAME>" 
        } 
    ]
}

En el panel de control de Studio Classic, seleccione Añadir usuario para crear un nuevo usuario. En 
la sección Configuración general, asigne un nombre a su usuario y establezca el rol de ejecución 
predeterminado para el usuario como el rol que creó con Amazon SageMaker Role Manager.

En la siguiente pantalla, elige la versión de Jupyter Lab adecuada y activa las plantillas de 
SageMaker Jumpstart y SageMaker Project. A continuación, elija Siguiente. En la página de 
configuración de SageMaker Canvas, elige si quieres activar la compatibilidad con SageMaker 
Canvas y, además, si deseas permitir la previsión de series temporales en Canvas. SageMaker A 
continuación, seleccione Submit (Enviar).

Su nuevo usuario ahora debería estar visible en el panel de control de Studio Classic. Para probar 
a este usuario, seleccione Studio en la lista desplegable Lanzar aplicación, en la misma fila que el 
nombre del usuario.

Inicie Studio Classic con IAM Identity Center

Para asignar a los usuarios del IAM Identity Center roles de ejecución, el usuario debe existir primero 
en el directorio del IAM Identity Center. Para obtener más información, consulte Manage identities in 
IAM Identity Center en el AWS IAM Identity Center.

Note

El directorio de autenticación del IAM Identity Center y el dominio de Studio Classic deben 
estar en el mismo lugar. Región de AWS
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1. Para asignar usuarios del IAM Identity Center a su dominio de Studio Classic, seleccione
Asignar usuarios y grupos en el panel de control de Studio Classic. En la pantalla Asignar 
usuarios y grupos, seleccione su usuario científico de datos y, a continuación, elija Asignar 
usuarios y grupos.

2. Después de añadir el usuario al panel de control de Studio Classic, selecciónelo para abrir la 
pantalla de detalles del usuario.

3. En la pantalla Detalles del usuario, elija Editar.

4. En la pantalla Editar perfil de usuario, en Configuración general, modifique el Rol de ejecución 
predeterminado para que coincida con el rol de ejecución de usuario que ha creado para sus 
científicos de datos.

5. Elija Siguiente en el resto de las páginas de configuración y elija Enviar para guardar los 
cambios.

Cuando el científico de datos u otro usuario inicie sesión en el portal del Centro de identidades de 
IAM, verá un icono correspondiente a este dominio de Studio Classic. Al elegir ese mosaico, se inicia 
sesión en Studio Classic con la función de ejecución de usuario que se le ha asignado.

Preguntas frecuentes sobre el administrador de roles

Consulte las siguientes preguntas frecuentes para obtener respuestas a las preguntas más 
frecuentes sobre Amazon SageMaker Role Manager.

P: ¿Cómo puedo acceder a Amazon SageMaker Role Manager?

R: Puede acceder a Amazon SageMaker Role Manager a través de varias ubicaciones en la 
SageMaker consola de Amazon. Para obtener información sobre cómo acceder al administrador de 
roles y usarlo para crear un rol, consulte Uso del administrador de roles (consola).

P: ¿Qué son las personas?

R: Las personas son grupos de permisos preconfigurados en función de las responsabilidades 
habituales de machine learning (ML). Por ejemplo, el experto en ciencia de datos sugiere permisos 
para el desarrollo y la experimentación generales del aprendizaje automático en un SageMaker 
entorno, mientras que el experto en MLOps sugiere permisos para las actividades de aprendizaje 
automático relacionadas con las operaciones.
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P: ¿Qué son las actividades de ML?

R: Las actividades de aprendizaje automático son AWS tareas habituales relacionadas con el 
aprendizaje automático SageMaker que requieren permisos de IAM específicos. Cada persona 
sugiere actividades de aprendizaje automático relacionadas al crear un rol en Amazon SageMaker 
Role Manager. Las actividades de ML incluyen tareas como el acceso total a Amazon S3 o la 
búsqueda y visualización de experimentos. Para obtener más información, consulte Referencia de 
actividad de ML.

P: ¿Los roles que creo están relacionados con los roles de administrador de roles de AWS Identity 
and Access Management (IAM)?

R: Sí. Los roles creados con Amazon SageMaker Role Manager son roles de IAM con políticas de 
acceso personalizadas. Puede ver los roles creados en la sección Roles de la Consola de IAM.

P: ¿Cómo puedo ver los roles que he creado con Amazon SageMaker Role Manager?

R: Puede ver los roles creados en la sección Roles de la Consola de IAM. De forma predeterminada, 
se agrega el prefijo "sagemaker-" al nombre de cada rol para facilitar la búsqueda en la consola 
de IAM. Por ejemplo, si llama a su rol test-123 durante la creación del rol, este aparecerá como
sagemaker-test-123 en la consola de IAM.

P: ¿Puedo modificar un rol creado con Amazon SageMaker Role Manager una vez creado?

R: Sí. Puede modificar las funciones y políticas creadas por Amazon SageMaker Role Manager a 
través de la consola de IAM. Para obtener más información, consulte Modificación de un rol en la
Guía del usuario de AWS Identity and Access Management.

P: ¿Puedo adjuntar mis propias políticas a los roles creados con Amazon SageMaker Role Manager?

R: Sí. Puede adjuntar AWS cualquier política de IAM gestionada por el cliente desde su cuenta al rol 
que cree con Amazon SageMaker Role Manager.

P: ¿Cuántas políticas puedo añadir a un rol que creo con Amazon SageMaker Role Manager?

R: El límite máximo para asociar políticas administradas a un usuario o rol de IAM es 20. El límite 
máximo de tamaño de caracteres para las políticas administradas es 6144. Para obtener más 
información, consulte Cuotas de objetos de IAM y Requisitos de nombres y cuotas de AWS Security 
Token Service e IAM y límites de caracteres.
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P: ¿Puedo agregar condiciones a las actividades de ML?

R: Todas las condiciones que proporciones en Paso 1. Ingresar la información del rol  Amazon 
SageMaker Role Manager, como subredes, grupos de seguridad o claves de KMS, se transfieren 
automáticamente a cualquier actividad de aprendizaje automático seleccionada. Paso 2. 
Configurar las actividades de ML También puede agregar condiciones adicionales a las actividades 
de ML si es necesario. Por ejemplo, también puede agregar condiciones InstanceTypes
o IntercontainerTrafficEncryptiona la actividad de administración de trabajos de 
entrenamiento.

P: ¿Puedo usar el etiquetado para administrar el acceso a cualquier recurso de AWS?

R:  Puede añadir etiquetas a su rol en Paso 3: Agregar políticas y etiquetas adicionales Amazon 
SageMaker Role Manager. Para administrar correctamente los recursos de AWS mediante 
etiquetas, debe agregar la misma etiqueta tanto al rol como a las políticas asociadas. Por ejemplo, 
puede agregar una etiqueta a un rol y a un bucket de Amazon S3. Entonces, dado que el rol 
pasa la etiqueta a la SageMaker sesión, solo un usuario con ese rol puede acceder a ese bucket 
de S3. Puede agregar etiquetas a una política a través de la Consola de IAM. Para obtener 
más información, consulte Roles de IAM en la Guía del usuario de AWS Identity and Access 
Management.

P: ¿Puedo usar Amazon SageMaker Role Manager para crear un rol para acceder alAWS 
Management Console?

R: No. Sin embargo, después de crear un rol de servicio en el administrador de roles, puede ir a la 
consola de IAM para editar el rol y agregar un rol de acceso humano a la consola de IAM.

P: ¿Cuál es la diferencia entre un rol de federación de usuarios y un rol de SageMaker ejecución?

R: Un usuario asume directamente un rol de federación de usuarios para acceder a recursos de 
AWS como el acceso a la AWS Management Console. El SageMaker servicio asume una función 
de SageMaker ejecución para realizar una función en nombre de un usuario o de una herramienta 
de automatización. Por ejemplo, cuando un usuario abre una instancia de Studio Classic, Studio 
Classic asume la función de ejecución asociada al perfil de usuario para acceder a AWS los recursos 
en nombre del usuario. Si el perfil de usuario no especifica una función de ejecución, la función de 
ejecución se especifica a nivel de SageMaker dominio de Amazon.
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P: Si utilizo una aplicación web personalizada que accede a Studio Classic a través de una URL 
prefirmada, ¿qué función se utiliza?

R: Si utilizas una aplicación web personalizada para acceder a Studio Classic, tienes una función 
híbrida de federación de usuarios y una función de SageMaker ejecución. Asegúrese de que este rol 
tenga los permisos con menos privilegios tanto para lo que el usuario puede hacer como para lo que 
Studio Classic puede hacer en nombre del usuario asociado.

P: ¿Puedo usar Amazon SageMaker Role Manager con la autenticación del Centro de Identidad de 
AWS IAM para mi dominio de Studio Classic?

R: Las aplicaciones en la nube de AWS IAM Identity Center Studio Classic utilizan un rol de 
ejecución de Studio Classic para conceder permisos a los usuarios federados. Esta función de 
ejecución se puede especificar en el nivel del perfil de usuario del IAM Identity Center de Studio 
Classic o en el nivel de dominio predeterminado. Las identidades y los grupos de usuarios deben 
sincronizarse en el IAM Identity Center y el perfil de usuario de Studio Classic debe crearse con 
la asignación de usuarios del IAM Identity Center mediante. CreateUserProfile Para obtener más 
información, consulte Inicie Studio Classic con IAM Identity Center.

Control de acceso para ordenadores portátiles

Debe utilizar procedimientos diferentes para controlar el acceso a las libretas e SageMaker 
instancias de libretas de Amazon SageMaker Studio Classic, ya que tienen distintos entornos de 
ejecución. Studio Classic utiliza contenedores y permisos del sistema de archivos para controlar el 
acceso a las libretas de Studio Classic y el aislamiento de los usuarios. Una instancia de SageMaker 
bloc de notas proporciona a los usuarios que inician sesión en la instancia de bloc de notas el acceso 
root predeterminado. En los temas siguientes se describe cómo cambiar los permisos de ambos tipos 
de libretas.

Temas

• Control de acceso y configuración de permisos para las libretas SageMaker Studio

• Controle el acceso raíz a una instancia de notebook SageMaker

Control de acceso y configuración de permisos para las libretas SageMaker Studio

Amazon SageMaker Studio utiliza permisos de contenedores y sistemas de archivos para el control 
de acceso y el aislamiento de los usuarios y cuadernos de Studio. Esta es una de las principales 
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diferencias entre las libretas Studio y las instancias de libretas. SageMaker En este tema se describe 
cómo se configuran los permisos para evitar amenazas a la seguridad, qué es lo que SageMaker se 
hace de forma predeterminada y cómo el cliente puede personalizar los permisos. Para obtener más 
información sobre los cuadernos de Studio y su entorno de tiempo de ejecución, consulte Usa las 
libretas clásicas de Amazon SageMaker Studio.

SageMaker permisos de aplicaciones

Un usuario en ejecución es un usuario/grupo de POSIX que se utiliza para ejecutar la JupyterServer 
aplicación y KernelGateway las aplicaciones dentro del contenedor.

El usuario run-as de la JupyterServer aplicación es sagemaker-user (1000) de forma predeterminada. 
Este usuario tiene permisos de sudo para permitir la instalación de dependencias, como los paquetes 
yum.

El usuario run-as de las KernelGateway aplicaciones es root (0) de forma predeterminada. Este 
usuario puede instalar dependencias mediante pip/apt-get/conda.

Debido a la reasignación de usuarios, ninguno de los usuarios puede acceder a los recursos ni 
realizar cambios en la instancia host.

Reasignación de usuarios

SageMaker realiza una reasignación de usuarios para asignar un usuario dentro del contenedor a 
un usuario de la instancia host situada fuera del contenedor. El rango de ID de usuario (0 - 65535) 
del contenedor se asigna a los ID de usuario no privilegiados superiores a 65535 en la instancia. 
Por ejemplo, el sagemaker-user (1000) del contenedor podría asignarse al usuario (200001) de la 
instancia, donde el número entre paréntesis es el ID de usuario. Si el cliente crea un nuevo usuario 
o grupo dentro del contenedor, no tendrá privilegios en la instancia host, independientemente del ID 
de usuario o grupo. El usuario raíz del contenedor también se asigna a un usuario sin privilegios de 
la instancia. Para obtener más información, consulte Isolate containers with a user namespace.

Note

Puede parecer que los archivos creados por el usuario sagemaker-user son propiedad de 
sagemaker-studio (uid 65534). Este es un efecto secundario de un modo de creación rápida 
de aplicaciones, en el que las imágenes del SageMaker contenedor se extraen previamente, 
lo que permite que las aplicaciones se inicien en menos de un minuto. Si su aplicación 
requiere que el uid del propietario del archivo y el uid del propietario del proceso coincidan, 
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pida al servicio de atención al cliente que elimine su número de cuenta de la característica de 
extracción previa de imágenes.

Permisos de imagen personalizados

Los clientes pueden traer sus propias SageMaker imágenes personalizadas. Estas imágenes pueden 
especificar un usuario o grupo diferente para ejecutar la aplicación. KernelGateway El cliente puede 
implementar un control de permisos detallado dentro de la imagen, por ejemplo, para deshabilitar 
el acceso raíz o realizar otras acciones. En este caso, se aplica la misma reasignación de usuarios. 
Para obtener más información, consulte Traiga su propia SageMaker imagen.

Aislamiento de contenedores

Docker mantiene una lista de las capacidades predeterminadas que puede usar el contenedor. 
SageMaker no añade capacidades adicionales. SageMaker añade reglas de ruta específicas para 
bloquear las solicitudes a Amazon EFS y al servicio de metadatos de la instancia (IMDS) desde el 
contenedor. Los clientes no pueden cambiar estas reglas de ruta desde el contenedor. Para obtener 
más información, consulte Runtime privilege and Linux capabilities.

Acceso a los metadatos de la aplicación

Los metadatos que utilizan las aplicaciones en ejecución se montan en el contenedor con un permiso 
de solo lectura. Los clientes no pueden modificar estos metadatos desde el contenedor. Para ver los 
metadatos disponibles, consulte Obtenga metadatos de cuadernos y aplicaciones de Studio Classic.

Aislamiento de usuarios en EFS

Al incorporarse a Studio, SageMaker crea un volumen de Amazon Elastic File System (EFS) para 
su dominio que comparten todos los usuarios de Studio del dominio. Cada usuario obtiene su propio 
directorio principal privado en el volumen EFS. Este directorio principal se usa para almacenar 
los cuadernos del usuario, los repositorios de Git y otros datos. Para evitar que otros usuarios del 
dominio accedan a los datos del usuario, SageMaker crea un ID de usuario único a nivel mundial 
para el perfil del usuario y lo aplica como un ID de usuario/grupo POSIX para el directorio principal 
del usuario.

Acceso a EBS

Se asocia un volumen de Amazon Elastic Block Store (Amazon EBS) a la instancia host y se 
comparte en todas las imágenes. Se usa para el volumen raíz de los cuadernos y almacena los datos 
temporales que se generan dentro del contenedor. El almacenamiento no se conserva cuando se 

Control de acceso 6111

https://docs.aws.amazon.com/AWSEC2/latest/UserGuide/configuring-instance-metadata-service
https://docs.docker.com/engine/reference/run/#runtime-privilege-and-linux-capabilities


Amazon SageMaker Guía para desarrolladores

elimina la instancia en la que se ejecutan los cuadernos. El usuario raíz que se encuentra dentro del 
contenedor no puede acceder al volumen de EBS.

Acceso a IMDS

Por motivos de seguridad, el acceso al Servicio de metadatos de instancias (IMDS) de Amazon 
Elastic Compute Cloud (Amazon EC2) (IMDS) no está disponible en Studio. SageMaker Para obtener 
más información sobre IMDS, consulte Metadatos de instancia y datos de usuario.

Controle el acceso raíz a una instancia de notebook SageMaker

De forma predeterminada, cuando se crea una instancia del bloc de notas, los usuarios que inician 
sesión en dicha instancia disponen de acceso raíz. La ciencia de datos es un proceso iterativo en 
el que es posible que los científicos de datos necesiten probar y utilizar distintas herramientas y 
paquetes de software, por lo que es necesario que varios usuarios de la instancia del bloc de notas 
tengan acceso raíz para poder instalar estas herramientas y paquetes. Dado que los usuarios con 
acceso raíz tienen privilegios de administrador, pueden obtener acceso a todos los archivos de una 
instancia del bloc de notas que tenga habilitado el acceso raíz y editarlos.

Si no desea que los usuarios tengan acceso raíz a una instancia del bloc de notas, establezca el 
campo RootAccess en Disabled cuando llame a las operaciones CreateNotebookInstance o
UpdateNotebookInstance. También puedes inhabilitar el acceso root para los usuarios al crear 
o actualizar una instancia de notebook en la SageMaker consola de Amazon. Para obtener más 
información, consulte Paso 1: Crear una instancia de Amazon SageMaker Notebook.

Note

Las configuraciones de ciclo de vida necesitan acceso raíz para poder configurar una 
instancia del bloc de notas. Por este motivo, las configuraciones de ciclo de vida asociadas 
a una instancia del bloc de notas siempre se ejecutan con acceso raíz, incluso si se 
deshabilitado este para los usuarios.

Note

Por motivos de seguridad, se instala Docker sin raíz en las instancias de cuaderno con la raíz 
deshabilitada en lugar del Docker normal. Para obtener más información, consulte Run the 
Docker daemon as a non-root user (Rootless mode)
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Permisos SageMaker de la API de Amazon: referencia sobre acciones, 
permisos y recursos

Cuando configure el control de acceso y escriba una política de permisos que puede asociar a 
una identidad de IAM (una política basada en identidades), utilice la siguiente como referencia. 
cada operación de la SageMaker API de Amazon, las acciones correspondientes para las que 
puede conceder permisos para realizar la acción y el AWS recurso para el que puede conceder los 
permisos. Las acciones se especifican en el campo Action de la política y el valor del recurso se 
especifica en el campo Resource de la política.

Note

Excepto para la API de ListTags, las restricciones de nivel de recursos no están 
disponibles en las llamadas a List-. Cualquier usuario que llame a una API de List- verá 
todos los recursos de ese tipo en la cuenta.

Para expresar las condiciones en tus SageMaker políticas de Amazon, puedes usar claves AWS 
de condición generales. Para ver una lista completa de claves generales de AWS, consulte Claves 
disponibles en la Guía del usuario de IAM.

Warning

Es posible que aún se pueda acceder a algunas acciones de la SageMaker API a través 
deSearch API. Por ejemplo, si un usuario tiene una política de IAM que deniega los 
permisos para Describe llamar a un SageMaker recurso concreto, ese usuario podrá seguir 
accediendo a la información de la descripción a través de la API de búsqueda. Para restringir 
completamente el acceso de los usuarios a las llamadas Describe, también debe restringir 
el acceso a la API de búsqueda. Para ver una lista de SageMaker los recursos a los que se 
puede acceder a través de la API de búsqueda, consulta la Referencia SageMaker de AWS 
CLI comandos de búsqueda.

Referencia de permisos SageMaker de la API de Amazon 6113

https://docs.aws.amazon.com/IAM/latest/UserGuide/reference_policies_elements.html#AvailableKeys
https://docs.aws.amazon.com/IAM/latest/UserGuide/reference_policies_elements.html#AvailableKeys
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Search.html
https://docs.aws.amazon.com/cli/latest/reference/sagemaker/search.html#options
https://docs.aws.amazon.com/cli/latest/reference/sagemaker/search.html#options
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Operaciones de SageMaker la API de Amazon y permisos necesarios para las acciones

Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

DeleteEar 
thObserva 
tionJob

sagemaker-geospati 
al:DeleteEarthObse 
rvationJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

DeleteVec 
torEnrich 
mentJob

sagemaker-geospati 
al:DeleteVectorEnr 
ichmentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

ExportEar 
thObserva 
tionJob

sagemaker-geospati 
al:ExportEarthObse 
rvationJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

ExportVec 
torEnrich 
mentJob

sagemaker-geospati 
al:ExportVectorEnr 
ichmentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

GetEarthO 
bservationJob

sagemaker-geospati 
al:GetEarthObserva 
tionJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

Referencia de permisos SageMaker de la API de Amazon 6114

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_DeleteEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_DeleteEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_DeleteEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_DeleteVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_DeleteVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_DeleteVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ExportEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ExportEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ExportEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ExportVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ExportVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ExportVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_GetEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_GetEarthObservationJob.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

GetRaster 
DataCollection

sagemaker-geospati 
al:GetRasterDataCo 
llection

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :raster-data-colle 
ction/public/ id

GetTile sagemaker-geospati 
al:GetTile

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

GetVector 
EnrichmentJob

sagemaker-geospati 
al:GetVectorEnrich 
mentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

ListEarth 
Observati 
onJobs

sagemaker-geospati 
al:ListEarthObserv 
ationJobs

*

ListRaste 
rDataColl 
ections

sagemaker-geospati 
al:ListRasterDataC 
ollections

*

Referencia de permisos SageMaker de la API de Amazon 6115

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_DeleteEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_DeleteEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_GetTile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_GetVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_GetVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListEarthObservationJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListEarthObservationJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListEarthObservationJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListRasterDataCollections.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListRasterDataCollections.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListRasterDataCollections.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

ListTagsF 
orResource

sagemaker-geospati 
al:ListTagsForResource

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

ListVecto 
rEnrichme 
ntJobs

sagemaker-geospati 
al:ListVectorEnric 
hmentJobs

*

SearchRas 
terDataCo 
llection

sagemaker-geospati 
al:SearchRasterDat 
aCollection

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :raster-data-colle 
ction/public/ id

StartEart 
hObservat 
ionJob

sagemaker-geospati 
al:StartEarthObser 
vationJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

StartVect 
orEnrichm 
entJob

sagemaker-geospati 
al:StartVectorEnri 
chmentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

Referencia de permisos SageMaker de la API de Amazon 6116

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListTagsForResource.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListTagsForResource.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListVectorEnrichmentJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListVectorEnrichmentJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListVectorEnrichmentJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_SearchRasterDataCollection.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_SearchRasterDataCollection.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_SearchRasterDataCollection.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StartEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StartEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StartEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StartVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StartVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StartVectorEnrichmentJob.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

StopEarth 
ObservationJob

sagemaker-geospati 
al:StopEarthObserv 
ationJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

StopVecto 
rEnrichmentJob

sagemaker-geospati 
al:StopVectorEnric 
hmentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

TagResource sagemaker-geospati 
al:TagResource

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

Referencia de permisos SageMaker de la API de Amazon 6117

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StopEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StopEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StopVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StopVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_TagResource.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

UntagResource sagemaker-geospati 
al:UntagResource

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

AddTags sagemaker:AddTags arn:aws:sagemaker:
region:account-id :*

CreateApp sagemaker:CreateApp arn:aws:sagemaker:
region:account-i 

d :app/domain-id /user-
profile-name /app-
type/appName

CreateApp 
ImageConfig

sagemaker:CreateAp 
pImageConfig

arn:aws:sagemaker:
region:account-id :app-

image-config/ appImageC 
onfigName

Referencia de permisos SageMaker de la API de Amazon 6118

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_UntagResource.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AddTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateApp.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAppImageConfig.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

CreateAut 
oMLJob

sagemaker:CreateAu 
toMLJob

iam:PassRole

El siguiente permiso sólo es 
necesario si alguna de las
ResourceConfig asociadas 
tiene un VolumeKmsKeyId 
especificado y el rol asociado no 
tiene una política que permita 
esta acción.

kms:CreateGrant

arn:aws:sagemaker:
region:account-i 

d :automl-job/ autoMLJob 
Name

CreateAut 
oMLJobV2

sagemaker:CreateAu 
toMLJobV2

iam:PassRole

El siguiente permiso sólo es 
necesario si alguna de las
ResourceConfig asociadas 
tiene un VolumeKmsKeyId 
especificado y el rol asociado no 
tiene una política que permita 
esta acción.

kms:CreateGrant

arn:aws:sagemaker:
region:account-i 

d :automl-job/ autoMLJob 
Name

Referencia de permisos SageMaker de la API de Amazon 6119

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJobV2.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJobV2.html


Amazon SageMaker Guía para desarrolladores

Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

CreateDomain sagemaker:CreateDomain

iam:CreateServiceL 
inkedRole

iam:PassRole

Se requiere si se especifica una 
clave administrada por el cliente 
de KMS para KmsKeyId:

elasticfilesystem: 
CreateFileSystem

kms:CreateGrant

kms:Decrypt

kms:DescribeKey

kms:GenerateDataKe 
yWithoutPlainText

Se requiere para crear un 
dominio compatible con RStudio:

sagemaker:CreateApp

arn:aws:sagemaker:
region:account-i 

d :domain/domain-id

Referencia de permisos SageMaker de la API de Amazon 6120

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateDomain.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

CreateEndpoint sagemaker:CreateEn 
dpoint

kms:CreateGrant  (solo es 
necesario si el EndPointC 
onfig  asociado dispone de un
KmsKeyId especificado)

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

arn:aws:sagemaker:
region:account-

id :endpoint-
config/endpointConfigName

CreateEnd 
pointConfig

sagemaker:CreateEn 
dpointConfig

arn:aws:sagemaker:
region:account-

id :endpoint-
config/endpointConfigName

CreateFlo 
wDefinition

sagemaker:CreateFl 
owDefinition

iam:PassRole

arn:aws:sagemaker:
region:account-id :flow-

definition/ flowDefin 
itionName

CreateHum 
anTaskUi

sagemaker:CreateHu 
manTaskUi

arn:aws:sagemaker:
region:account-id :human-

task-ui/ humanTaskUiName

Referencia de permisos SageMaker de la API de Amazon 6121

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHumanTaskUi.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHumanTaskUi.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

CreateInf 
erenceRec 
ommendati 
onsJob

sagemaker:CreateIn 
ferenceRecommendat 
ionsJob

iam:PassRole

Los siguientes permisos solo 
son necesarios si especifica una 
clave de cifrado:

kms:CreateGrant

kms:Decrypt

kms:DescribeKey

kms:GenerateDataKey

arn:aws:sagemaker:
region:account-i 

d :inference-recomme 
ndations-job/ inference 
RecommendationsJobName

CreateHyp 
erParamet 
erTuningJob

sagemaker:CreateHy 
perParameterTuningJob

iam:PassRole

El siguiente permiso sólo es 
necesario si alguna de las
ResourceConfig asociadas 
tiene un VolumeKmsKeyId 
especificado y el rol asociado no 
tiene una política que permita 
esta acción.

kms:CreateGrant

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJobName

CreateImage sagemaker:CreateImage

iam:PassRole

arn:aws:sagemaker:
region:account-id :image/

*

Referencia de permisos SageMaker de la API de Amazon 6122

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateInferenceRecommendationsJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateInferenceRecommendationsJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateInferenceRecommendationsJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateInferenceRecommendationsJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateImage.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

CreateIma 
geVersion

sagemaker:CreateIm 
ageVersion

arn:aws:sagemaker:
region:account-id :image-

version/ imageName /*

CreateLab 
elingJob

Sagemaker: CreateLabelingJob

objetivo: PassRole

arn:aws:sagemaker:
region:account-i 

d :labeling-job/ labelingJ 
obName

CreateModel sagemaker:CreateModel

iam:PassRole

arn:aws:sagemaker:
region:account-i 

d :model/modelName

CreateMod 
elPackage

sagemaker:CreateMo 
delPackage

arn:aws:sagemaker:
region:account-id :model-

package/ modelPackageName

CreateMod 
elPackageGroup

sagemaker:CreateMo 
delPackageGroup

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

Referencia de permisos SageMaker de la API de Amazon 6123

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModelPackageGroup.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

CreateNot 
ebookInstance

sagemaker:CreateNo 
tebookInstance

iam:PassRole

Los siguientes permisos solo son 
necesarios si especifica una VPC 
para su instancia con bloc de 
notas:

ec2:CreateNetworkI 
nterface

ec2:DescribeSecuri 
tyGroups

ec2:DescribeSubnets

ec2:DescribeVpcs

El siguiente permiso solo es 
necesario si especifica una VPC 
y un acelerador de inferencia 
elástica para su instancia con 
bloc de notas:

ec2:DescribeVpcEnd 
points

Los siguientes permisos solo 
son necesarios si especifica una 
clave de cifrado:

kms:DescribeKey

kms:CreateGrant

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

Referencia de permisos SageMaker de la API de Amazon 6124

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateNotebookInstance.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

El siguiente permiso solo es 
necesario si especifica un 
secreto de Secrets Manager de 
AWS para obtener acceso a un 
repositorio Git privado.

secretsmanager:Get 
SecretValue

CreatePipeline sagemaker:CreatePi 
peline

iam:PassRole

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

arn:aws-parti 
tion :iam::account-i 
d :role/role-name

CreatePre 
signedDom 
ainUrl

sagemaker:CreatePr 
esignedDomainUrl

arn:aws:sagemaker:
region:account-id :app/

domain-id/ userProfi 
leName /*

CreatePre 
signedNot 
ebookInst 
anceUrl

sagemaker:CreatePr 
esignedNotebookIns 
tanceUrl

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

Referencia de permisos SageMaker de la API de Amazon 6125

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePipeline.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedDomainUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedDomainUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedDomainUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

CreatePro 
cessingJob

sagemaker:CreatePr 
ocessingJob

iam:PassRole

kms:CreateGrant  (solo es 
necesario si se ha especificado 
un VolumeKmsKeyId  para 
el ProcessingResources
asociado y el rol asociado no 
tiene una política que permita 
esta acción)

arn:aws:sagemaker:
region:account-

id :processing-
job/processingJobName

CreateSpace sagemaker:CreateSpace arn:aws:sagemaker:
region:account-i 

d :space/domain-id
/spaceName

CreateStu 
dioLifecy 
cleConfig

sagemaker:CreateSt 
udioLifecycleConfig

arn:aws:sagemaker:
region:account-i 

d :studio-lifecycle- 
config/.*

CreateTra 
iningJob

sagemaker:CreateTr 
ainingJob

iam:PassRole

kms:CreateGrant  (solo es 
necesario si se ha especificado 
un VolumeKmsKeyId  para el
ResourceConfig  asociado 
y el rol asociado no tiene una 
política que permita esta acción)

arn:aws:sagemaker:
region:account-i 

d :training-job/ trainingJ 
obName

Referencia de permisos SageMaker de la API de Amazon 6126

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateSpace.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateStudioLifecycleConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateStudioLifecycleConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateStudioLifecycleConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

CreateTra 
nsformJob

sagemaker:CreateTr 
ansformJob

kms:CreateGrant  (solo es 
necesario si se ha especificado 
un VolumeKmsKeyId  para 
el TransformResources
asociado y el rol asociado no 
tiene una política que permita 
esta acción)

arn:aws:sagemaker:
region:account-

id :transform-
job/transformJobName

CreateUse 
rProfile

sagemaker:CreateUs 
erProfile

iam:PassRole

arn:aws:sagemaker:
region:account-i 

d :user-profile/domain-
id/userProfileName

CreateWorkforce sagemaker:CreateWo 
rkforce

cognito-idp:Descri 
beUserPoolClient

cognito-idp:Update 
UserPool

cognito-idp:Descri 
beUserPool

cognito-idp:Update 
UserPoolClient

arn:aws:sagemaker:
region:account-i 

d :workforce/*

Referencia de permisos SageMaker de la API de Amazon 6127

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateWorkforce.html


Amazon SageMaker Guía para desarrolladores

Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

CreateWorkteam sagemaker:CreateWo 
rkteam

cognito-idp:Descri 
beUserPoolClient

cognito-idp:Update 
UserPool

cognito-idp:Descri 
beUserPool

cognito-idp:Update 
UserPoolClient

arn:aws:sagemaker:
region:account-i 

d :workteam/private- 
crowd/ work team name

DeleteApp sagemaker:DeleteApp arn:aws:sagemaker:
region:account-i 

d :app/domain-id /user-
profile-name /app-
type/appName

DeleteApp 
ImageConfig

sagemaker:DeleteAp 
pImageConfig

arn:aws:sagemaker:
region:account-id :app-

image-config/ appImageC 
onfigName

DeleteDomain sagemaker:DeleteDomain arn:aws:sagemaker:
region:account-i 

d :domain/domainId

DeleteEndpoint sagemaker:DeleteEn 
dpoint

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

Referencia de permisos SageMaker de la API de Amazon 6128

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteApp.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteDomain.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpoint.html


Amazon SageMaker Guía para desarrolladores

Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

DeleteEnd 
pointConfig

sagemaker:DeleteEn 
dpointConfig

arn:aws:sagemaker:
region:account-

id :endpoint-
config/endpointConfigName

DeleteFlo 
wDefinition

sagemaker:DeleteFl 
owDefinition

arn:aws:sagemaker:
region:account-id :flow-

definition/ flowDefin 
itionName

DeleteHumanLoop sagemaker:DeleteHu 
manLoop

arn:aws:sagemaker:
region:account-id :human-

loop/ humanLoopName

DeleteImage sagemaker:DeleteImage arn:aws:sagemaker:
region:account-i 

d :image/imageName

DeleteIma 
geVersion

sagemaker:DeleteIm 
ageVersion

arn:aws:sagemaker:
region:account-id :image-

version/ imageName
/versionNumber

DeleteModel sagemaker:DeleteModel arn:aws:sagemaker:
region:account-i 

d :model/modelName

DeleteMod 
elPackage

sagemaker:DeleteMo 
delPackage

arn:aws:sagemaker:
region:account-id :model-

package/ modelPackageName

Referencia de permisos SageMaker de la API de Amazon 6129

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteFlowDefinition.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_DeleteHumanLoop.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteImage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackage.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

DeleteMod 
elPackageGroup

sagemaker:DeleteMo 
delPackageGroup

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

DeleteMod 
elPackage 
GroupPolicy

sagemaker:DeleteMo 
delPackageGroupPolicy

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

DeleteNot 
ebookInstance

sagemaker:DeleteNo 
tebookInstance

El siguiente permiso solo es 
necesario si ha especificado una 
VPC para su instancia con bloc 
de notas:

ec2:DeleteNetworkI 
nterface

Los siguientes permisos solo son 
necesarios si ha especificado 
una clave de cifrado al crear la 
instancia con bloc de notas:

kms:DescribeKey

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

DeletePipeline sagemaker:DeletePi 
peline

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

Referencia de permisos SageMaker de la API de Amazon 6130

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeletePipeline.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

DeleteSpace sagemaker:DeleteSpace arn:aws:sagemaker:
region:account-i 

d :space/domain-id
/spaceName

DeleteTags sagemaker:DeleteTags arn:aws:sagemaker:
region:account-id :*

DeleteUse 
rProfile

sagemaker:DeleteUs 
erProfile

arn:aws:sagemaker:
region:account-i 

d :user-profile/domain-
id/userProfileName

DeleteWorkforce sagemaker:DeleteWo 
rkforce

arn:aws:sagemaker:
region:account-i 

d :workforce/*

DeleteWorkteam sagemaker:DeleteWo 
rkteam

arn:aws:sagemaker:
region:account-i 

d :workteam/private- 
crowd/*

DescribeApp sagemaker:DescribeApp arn:aws:sagemaker:
region:account-i 

d :app/domain-id /user-
profile-name /app-
type/appName

DescribeA 
ppImageConfig

sagemaker:Describe 
AppImageConfig

arn:aws:sagemaker:
region:account-id :app-

image-config/ appImageC 
onfigName

Referencia de permisos SageMaker de la API de Amazon 6131

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteSpace.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeApp.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAppImageConfig.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

DescribeA 
utoMLJob

sagemaker:Describe 
AutoMLJob

arn:aws:sagemaker:
region:account-i 

d :automl-job/ autoMLJob 
Name

DescribeA 
utoMLJobV2

sagemaker:Describe 
AutoMLJobV2

arn:aws:sagemaker:
region:account-i 

d :automl-job/ autoMLJob 
Name

DescribeDomain sagemaker:Describe 
Domain

arn:aws:sagemaker:
region:account-i 

d :domain/domainId

DescribeE 
ndpoint

sagemaker:Describe 
Endpoint

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

DescribeE 
ndpointConfig

sagemaker:Describe 
EndpointConfig

arn:aws:sagemaker:
region:account-

id :endpoint-
config/endpointConfigName

DescribeF 
lowDefinition

sagemaker:Describe 
FlowDefinition

arn:aws:sagemaker:
region:account-id :flow-

definition/ flowDefin 
itionName

DescribeH 
umanLoop

sagemaker:Describe 
HumanLoop

arn:aws:sagemaker:
region:account-id :human-

loop/ humanLoopName

Referencia de permisos SageMaker de la API de Amazon 6132

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJobV2.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJobV2.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeDomain.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeFlowDefinition.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_DescribeHumanLoop.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_DescribeHumanLoop.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

DescribeH 
umanTaskUi

sagemaker:Describe 
HumanTaskUi

arn:aws:sagemaker:
region:account-id :human-

task-ui/ humanTaskUiName

DescribeH 
yperParam 
eterTuningJob

sagemaker:Describe 
HyperParameterTuni 
ngJob

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJob

DescribeImage sagemaker:DescribeImage arn:aws:sagemaker:
region:account-i 

d :image/imageName

DescribeI 
mageVersion

sagemaker:Describe 
ImageVersion

arn:aws:sagemaker:
region:account-id :image-

version/ imageName
/versionNumber

DescribeL 
abelingJob

sagemaker:Describe 
LabelingJob

arn:aws:sagemaker:
region:account-i 

d :labeling-job/ labelingJ 
obName

DescribeModel sagemaker:DescribeModel arn:aws:sagemaker:
region:account-i 

d :model/modelName

DescribeM 
odelPackage

sagemaker:Describe 
ModelPackage

arn:aws:sagemaker:
region:account-id :model-

package/ modelPackageName

Referencia de permisos SageMaker de la API de Amazon 6133

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHumanTaskUi.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHumanTaskUi.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeImage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackage.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

DescribeM 
odelPacka 
geGroup

sagemaker:Describe 
ModelPackageGroup

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

DescribeN 
otebookIn 
stance

sagemaker:Describe 
NotebookInstance

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

DescribeP 
ipeline

sagemaker:Describe 
Pipeline

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

DescribeP 
ipelineDe 
finitionF 
orExecution

sagemaker:Describe 
PipelineDefinition 
ForExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

DescribeP 
ipelineEx 
ecution

sagemaker:Describe 
PipelineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

Referencia de permisos SageMaker de la API de Amazon 6134

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipeline.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipeline.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineDefinitionForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineDefinitionForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineDefinitionForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineDefinitionForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineExecution.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

DescribeP 
rocessingJob

sagemaker:Describe 
ProcessingJob

arn:aws:sagemaker:
region:account-

id :processing-
job/processingjobname

DescribeSpace sagemaker:DescribeSpace arn:aws:sagemaker:
region:account-i 

d :space/domain-id
/spaceName

DescribeS 
ubscribed 
Workteam

sagemaker:Describe 
SubscribedWorkteam

aws-marketplace:Vi 
ewSubscriptions

arn:aws:sagemaker:
region:account-i 

d :workteam/vendor-c 
rowd/*

DescribeT 
rainingJob

sagemaker:Describe 
TrainingJob

arn:aws:sagemaker:
region:account-i 

d :training-job/ trainingj 
obname

DescribeT 
ransformJob

sagemaker:Describe 
TransformJob

arn:aws:sagemaker:
region:account-

id :transform-
job/transformjobname

DescribeU 
serProfile

sagemaker:Describe 
UserProfile

arn:aws:sagemaker:
region:account-i 

d :user-profile/domain-
id/userProfileName

DescribeW 
orkforce

sagemaker:Describe 
Workforce

arn:aws:sagemaker:
region:account-i 

d :workforce/*

Referencia de permisos SageMaker de la API de Amazon 6135

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSpace.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkforce.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

DescribeW 
orkteam

sagemaker:Describe 
Workteam

arn:aws:sagemaker:
region:account-i 

d :workteam/private- 
crowd/*

GetModelP 
ackageGro 
upPolicy

sagemaker:GetModel 
PackageGroupPolicy

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

InvokeEndpoint sagemaker:InvokeEn 
dpoint

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

ListAppIm 
ageConfigs

sagemaker:ListAppI 
mageConfigs

arn:aws:sagemaker:
region:account-id :app-

image-config/*

ListApps sagemaker:ListApps arn:aws:sagemaker:
region:account-i 

d :app/domain-id /user-
profile-name /*

ListDomains sagemaker:ListDomains arn:aws:sagemaker:
region:account-i 

d :domain/*

ListEndpo 
intConfigs

sagemaker:ListEndp 
ointConfigs

*

ListEndpoints sagemaker:ListEndpoints *

ListFlowD 
efinitions

sagemaker:ListFlow 
Definitions

*

Referencia de permisos SageMaker de la API de Amazon 6136

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_GetModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_GetModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_GetModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_runtime_InvokeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListAppImageConfigs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListAppImageConfigs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListApps.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListDomains.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListEndpointConfigs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListEndpointConfigs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListEndpoints.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListFlowDefinitions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListFlowDefinitions.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

ListHumanLoops sagemaker:ListHuma 
nLoops

*

ListHuman 
TaskUis

sagemaker:ListHuma 
nTaskUis

*

ListHyper 
Parameter 
TuningJobs

sagemaker:ListHype 
rParameterTuningJobs

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJob

ListImages sagemaker:ListImages *

ListImage 
Versions

sagemaker:ListImag 
eVersions

arn:aws:sagemaker:
region:account-id :image/

*

ListLabel 
ingJobs

sagemaker:ListLabe 
lingJobs

*

ListLabel 
ingJobsFo 
rWorkteam

sagemaker:ListLabe 
lingJobForWorkteam

*

ListModel 
PackageGroups

sagemaker:ListMode 
lPackageGroups

arn:aws:sagemaker:
region:account-id

:model-package-gro 
up/ ModelPackageGroupN 
ame

Referencia de permisos SageMaker de la API de Amazon 6137

https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_ListHumanLoops.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHumanTaskUis.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHumanTaskUis.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHyperParameterTuningJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHyperParameterTuningJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHyperParameterTuningJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListImages.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListImageVersions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListImageVersions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobsForWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobsForWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobsForWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModelPackageGroups.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModelPackageGroups.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

ListModel 
Packages

sagemaker:ListMode 
lPackages

arn:aws:sagemaker:
region:account-id

:model-package/ ModelPack 
ageName

ListModels sagemaker:ListModels *

ListNoteb 
ookInstances

sagemaker:ListNote 
bookInstances

*

ListPipel 
ineExecutions

sagemaker:ListPipe 
lineExecutions

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

ListPipel 
ineExecut 
ionSteps

sagemaker:ListPipe 
lineExecutionSteps

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

ListPipel 
ineParame 
tersForEx 
ecution

sagemaker:ListPipe 
lineParametersForE 
xecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

ListPipelines sagemaker:ListPipelines *

ListProce 
ssingJobs

sagemaker:ListProc 
essingJobs

*

Referencia de permisos SageMaker de la API de Amazon 6138

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModelPackages.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModelPackages.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModels.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListNotebookInstances.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListNotebookInstances.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutionSteps.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutionSteps.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutionSteps.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineParametersForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineParametersForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineParametersForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineParametersForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelines.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListProcessingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListProcessingJobs.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

ListSpaces sagemaker:ListSpaces arn:aws:sagemaker:
region:account-i 

d :space/domain-id /*

ListSubsc 
ribedWorkteams

sagemaker:ListSubs 
cribedWorkteams

aws-marketplace:Vi 
ewSubscriptions

*

ListTags sagemaker:ListTags arn:aws:sagemaker:
region:account-id :*

ListTrain 
ingJobs

sagemaker:ListTrai 
ningJobs

*

ListTrain 
ingJobsFo 
rHyperPar 
ameterTun 
ingJob

sagemaker:ListTrai 
ningJobsForHyperPa 
rameterTuningJob

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJob

ListTrans 
formJobs

sagemaker:ListTran 
sformJobs

*

ListUserP 
rofiles

sagemaker:ListUser 
Profiles

arn:aws:sagemaker:
region:account-id :user-

profile/domain-id/*

ListWorkforces sagemaker:ListWork 
forces

*

ListWorkteams sagemaker:ListWorkteams *

Referencia de permisos SageMaker de la API de Amazon 6139

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListSpaces.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListSubscribedWorkteams.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListSubscribedWorkteams.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTransformJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTransformJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListUserProfiles.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListUserProfiles.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListWorkforces.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListWorkteams.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

PutModelP 
ackageGro 
upPolicy

sagemaker:PutModel 
PackageGroupPolicy

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

RetryPipe 
lineExecution

sagemaker:RetryPip 
elineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

Search sagemaker:Search *

SendPipel 
ineExecut 
ionStepFailure

sagemaker:SendPipe 
lineExecutionStepF 
ailure

*

SendPipel 
ineExecut 
ionStepSuccess

sagemaker:SendPipe 
lineExecutionStepS 
uccess

*

StartHumanLoop sagemaker:StartHum 
anLoop

arn:aws:sagemaker:
region:account-id :human-

loop/ humanLoopName

Referencia de permisos SageMaker de la API de Amazon 6140

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_PutModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_PutModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_PutModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_RetryPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_RetryPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Search.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepFailure.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepFailure.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepFailure.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepSuccess.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepSuccess.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepSuccess.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_StartHumanLoop.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

StartNote 
bookInstance

sagemaker:StartNot 
ebookInstance

iam:PassRole

Los siguientes permisos solo son 
necesarios si ha especificado una 
VPC al crear su instancia con 
bloc de notas:

ec2:CreateNetworkI 
nterface

ec2:DescribeNetwor 
kInterfaces

ec2:DescribeSecuri 
tyGroups

ec2:DescribeSubnets

ec2:DescribeVpcs

El siguiente permiso solo es 
necesario si especifica una VPC 
y un acelerador de inferencia 
elástica para su instancia con 
bloc de notas:

ec2:DescribeVpcEnd 
points

Los siguientes permisos solo son 
necesarios si ha especificado 
una clave de cifrado al crear la 
instancia con bloc de notas:

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

Referencia de permisos SageMaker de la API de Amazon 6141

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StartNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StartNotebookInstance.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

kms:DescribeKey

kms:CreateGrant

El siguiente permiso solo es 
necesario si ha especificado un 
secreto de Secrets Manager de 
AWS para obtener acceso a un 
repositorio Git privado al crear la 
instancia con bloc de notas:

secretsmanager:Get 
SecretValue

StartPipe 
lineExecution

sagemaker:StartPip 
elineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

StopHumanLoop sagemaker:StopHumanLoop arn:aws:sagemaker:
region:account-id :human-

loop/ humanLoopName

StopHyper 
Parameter 
TuningJob

sagemaker:StopHype 
rParameterTuningJob

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJob

StopLabelingJob sagemaker:StopLabe 
lingJob

arn:aws:sagemaker:
region:account-i 

d :labeling-job/ labelingJ 
obName

Referencia de permisos SageMaker de la API de Amazon 6142

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StartPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StartPipelineExecution.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_StopHumanLoop.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopLabelingJob.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

StopNoteb 
ookInstance

sagemaker:StopNote 
bookInstance

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

StopPipel 
ineExecution

sagemaker:StopPipe 
lineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

StopProce 
ssingJob

sagemaker:StopProc 
essingJob

arn:aws:sagemaker:
region:account-

id :processing-
job/processingJobName

StopTrainingJob sagemaker:StopTrai 
ningJob

arn:aws:sagemaker:
region:account-i 

d :training-job/ trainingJ 
obName

StopTrans 
formJob

sagemaker:StopTran 
sformJob

arn:aws:sagemaker:
region:account-

id :transform-
job/transformJobName

UpdateApp 
ImageConfig

sagemaker:UpdateAp 
pImageConfig

arn:aws:sagemaker:
region:account-id :app-

image-config/ appImageC 
onfigName

Referencia de permisos SageMaker de la API de Amazon 6143

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateAppImageConfig.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

UpdateDomain sagemaker:UpdateDomain arn:aws:sagemaker:
region:account-i 

d :domain/domainId

UpdateEndpoint sagemaker:UpdateEn 
dpoint

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

UpdateEnd 
pointWeig 
htsAndCap 
acities

sagemaker:UpdateEn 
dpointWeightsAndCa 
pacities

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

UpdateImage sagemaker:UpdateImage

iam:PassRole

arn:aws:sagemaker:
region:account-i 

d :image/imageName

UpdateMod 
elPackage

sagemaker:UpdateMo 
delPackage

arn:aws:sagemaker:
region:account-id :model-

package/ modelPackageName

UpdateNot 
ebookInstance

sagemaker:UpdateNo 
tebookInstance

iam:PassRole

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

Referencia de permisos SageMaker de la API de Amazon 6144

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateDomain.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateImage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateNotebookInstance.html
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Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

UpdatePipeline sagemaker:UpdatePi 
peline

iam:PassRole

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

arn:aws-parti 
tion :iam::account-i 
d :role/role-name

UpdatePip 
elineExecution

sagemaker:UpdatePi 
pelineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

UpdateSpace sagemaker:UpdateSpace arn:aws:sagemaker:
region:account-i 

d :space/domain-id
/spaceName

UpdateUse 
rProfile

sagemaker:UpdateUs 
erProfile

arn:aws:sagemaker:
region:account-i 

d :user-profile/domain-
id/userProfileName

UpdateWorkforce sagemaker:UpdateWo 
rkforce

arn:aws:sagemaker:
region:account-i 

d :workforce/*

Referencia de permisos SageMaker de la API de Amazon 6145

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdatePipeline.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdatePipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdatePipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateSpace.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateWorkforce.html


Amazon SageMaker Guía para desarrolladores

Operaciones de 
SageMaker la API de 
Amazon

Permisos necesarios (acciones 
de la API)

Recursos

UpdateWorkteam sagemaker:UpdateWo 
rkteam

arn:aws:sagemaker:
region:account-i 

d :workteam/private- 
crowd/*

SageMaker API de Amazon y permisos necesarios para realizar acciones

Operación de la API:  AddTags

Permisos necesarios (acción de la API): sagemaker:AddTags

Recursos: *

Operación de la API:  CreateEndpoint

Permisos necesarios (acción de la API): sagemaker:CreateEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operación de la API:  CreateEndpointConfig

Permisos necesarios (acción de la API): sagemaker:CreateEndpointConfig

Recursos: arn:aws:sagemaker:region:account-id:endpoint-
config/endpointConfigName

Operación de la API:  CreateModel

Permisos necesarios (acción de la API): sagemaker:CreateModel, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:model/modelName

Operación de la API:  CreateLabelingJob

Permisos necesarios (acción de la API): sagemaker:CreateLabelingJob, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:labeling-job/labelingJobName

Referencia de permisos SageMaker de la API de Amazon 6146

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AddTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html
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Operación de la API:  CreateNotebookInstance

Permisos necesarios (acción de la API): sagemaker:CreateNotebookInstance, 
iam:PassRole, ec2:CreateNetworkInterface, ec2:AttachNetworkInterface, 
ec2:ModifyNetworkInterfaceAttribute, ec2:DescribeAvailabilityZones, 
ec2:DescribeInternetGateways, ec2:DescribeSecurityGroups, 
ec2:DescribeSubnets, ec2:DescribeVpcs, kms:CreateGrant

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API:  CreateTrainingJob

Permisos necesarios (acción de la API): sagemaker:CreateTrainingJob, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:training-job/trainingJobName

Operación de la API:  CreateWorkforce

Permisos necesarios (acción de la API): sagemaker:CreateWorkforce, cognito-
idp:DescribeUserPoolClient, cognito-idp:UpdateUserPool, cognito-
idp:DescribeUserPool y cognito-idp:UpdateUserPoolClient

Recursos: arn:aws:sagemaker:region:account-id:workforce/*

Operación de la API:  CreateWorkteam

Permisos necesarios (acción de la API): sagemaker:CreateWorkteam, cognito-
idp:DescribeUserPoolClient, cognito-idp:UpdateUserPool, cognito-
idp:DescribeUserPool y cognito-idp:UpdateUserPoolClient

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/work 
team name

Operación de la API:  DeleteEndpoint

Permisos necesarios (acción de la API): sagemaker:DeleteEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operación de la API:  DeleteEndpointConfig

Permisos necesarios (acción de la API): sagemaker:DeleteEndpointConfig

Referencia de permisos SageMaker de la API de Amazon 6147

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpointConfig.html
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Recursos: arn:aws:sagemaker:region:account-id:endpoint-
config/endpointConfigName

Operación de la API:  DeleteModel

Permisos necesarios (acción de la API): sagemaker:DeleteModel

Recursos: arn:aws:sagemaker:region:account-id:model/modelName

Operación de la API:  DeleteNotebookInstance

Permisos necesarios (acción de la API): sagemaker:DeleteNotebookInstance, 
ec2:DeleteNetworkInterface, ec2:DetachNetworkInterface, 
ec2:DescribeAvailabilityZones, ec2:DescribeInternetGateways, 
ec2:DescribeSecurityGroups, ec2:DescribeSubnets, ec2:DescribeVpcs

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API:  DeleteTags

Permisos necesarios (acción de la API): sagemaker:DeleteTags

Recursos: *

Operación de la API:  DeleteWorkteam

Permisos necesarios (acción de la API): sagemaker:DeleteWorkforce

Recursos: arn:aws:sagemaker:region:account-id:workforce/private-crowd/*

Operación de la API:  DeleteWorkteam

Permisos necesarios (acción de la API): sagemaker:DeleteWorkteam

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/*

Operación de la API:  DescribeEndpoint

Permisos necesarios (acción de la API): sagemaker:DescribeEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operación de la API:  DescribeEndpointConfig

Permisos necesarios (acción de la API): sagemaker:DescribeEndpointConfig

Referencia de permisos SageMaker de la API de Amazon 6148

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
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Recursos: arn:aws:sagemaker:region:account-id:endpoint-
config/endpointConfigName

Operación de la API:  DescribeLabelingJob

Permisos necesarios (acción de la API): sagemaker:DescribeLabelingJob

Recursos: arn:aws:sagemaker:region:account-id:labeling-job/labelingJobName

Operación de la API:  DescribeModel

Permisos necesarios (acción de la API): sagemaker:DescribeModel

Recursos: arn:aws:sagemaker:region:account-id:model/modelName

Operación de la API:  DescribeNotebookInstance

Permisos necesarios (acción de la API): sagemaker:DescribeNotebookInstance

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API:  DescribeSubscribedWorkforce

Permisos necesarios (acción de la API): sagemaker:DescribeSubscribedWorkforce, aws-
marketplace:ViewSubscriptions

Recursos: arn:aws:sagemaker:region:account-id:workforce/*

Operación de la API:  DescribeSubscribedWorkteam

Permisos necesarios (acción de la API): sagemaker:DescribeSubscribedWorkteam, aws-
marketplace:ViewSubscriptions

Recursos: arn:aws:sagemaker:region:account-id:workteam/vendor-crowd/*

Operación de la API:  DescribeTrainingJob

Permisos necesarios (acción de la API): sagemaker:DescribeTrainingJob

Recursos: arn:aws:sagemaker:region:account-id:training-job/trainingJobName

Operación de la API:  DescribeWorkteam

Permisos necesarios (acción de la API): sagemaker:DescribeWorkteam

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/*

Referencia de permisos SageMaker de la API de Amazon 6149

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkteam.html
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Operación de la API:  CreatePresignedNotebookInstanceUrl

Permisos necesarios (acción de la API):
sagemaker:CreatePresignedNotebookInstanceUrl

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API:  runtime_InvokeEndpoint

Permisos necesarios (acción de la API): sagemaker:InvokeEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operación de la API:  ListEndpointConfigs

Permisos necesarios (acción de la API): sagemaker:ListEndpointConfigs

Recursos: *

Operación de la API:  ListEndpoints

Permisos necesarios (acción de la API): sagemaker:ListEndpoints

Recursos: *

Operación de la API:  ListLabelingJobs

Permisos necesarios (acción de la API): sagemaker:ListLabelingJobs

Recursos: *

Operación de la API:  ListLabelingJobsForWorkteam

Permisos necesarios (acción de la API): sagemaker:ListLabelingJobsForWorkteam

Recursos: *

Operación de la API:  ListModels

Permisos necesarios (acción de la API): sagemaker:ListModels

Recursos: *

Operación de la API:  ListNotebookInstances

Permisos necesarios (acción de la API): sagemaker:ListNotebookInstances

Referencia de permisos SageMaker de la API de Amazon 6150
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Recursos: *

Operación de la API:  ListSubscribedWorkteams

Permisos necesarios (acción de la API): sagemaker:ListSubscribedWorkteam, aws-
marketplace:ViewSubscriptions

Recursos: *

Operación de la API:  ListTags

Permisos necesarios (acción de la API): sagemaker:ListTags

Recursos: *

Operación de la API:  ListTrainingJobs

Permisos necesarios (acción de la API): sagemaker:ListTrainingJobs

Recursos: *

Operación de la API:  ListWorkteams

Permisos necesarios (acción de la API): sagemaker:ListWorkforces

Recursos: *

Operación de la API:  ListWorkteams

Permisos necesarios (acción de la API): sagemaker:ListWorkteams

Recursos: *

Operación de la API:  StartNotebookInstance

Permisos necesarios (acción de la API): sagemaker:StartNotebookInstance, 
iam:PassRole, ec2:CreateNetworkInterface, ec2:AttachNetworkInterface, 
ec2:ModifyNetworkInterfaceAttribute, ec2:DescribeAvailabilityZones, 
ec2:DescribeInternetGateways, ec2:DescribeSecurityGroups, 
ec2:DescribeSubnets, ec2:DescribeVpcs, kms:CreateGrant

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API:  StopLabelingJob

Permisos necesarios (acción de la API): sagemaker:StopLabelingJob

Referencia de permisos SageMaker de la API de Amazon 6151
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Recursos: arn:aws:sagemaker:region:account-id:labeling-job/labelingJobName

Operación de la API:  StopNotebookInstance

Permisos necesarios (acción de la API): sagemaker:StopNotebookInstance

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API:  StopTrainingJob

Permisos necesarios (acción de la API): sagemaker:StopTrainingJob

Recursos: arn:aws:sagemaker:region:account-id:training-job/trainingJobName

Operación de la API:  UpdateEndpoint

Permisos necesarios (acción de la API): sagemaker:UpdateEndpoints

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operación de la API:  UpdateNotebookInstance

Permisos necesarios (acción de la API): sagemaker:UpdateNotebookInstance, 
iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operación de la API:  UpdateWorkteam

Permisos necesarios (acción de la API): sagemaker:UpdateWorkteam

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/*

AWSPolíticas gestionadas para Amazon SageMaker

Para agregar permisos a usuarios, grupos y roles, es más fácil utilizar las políticas administradas de 
AWS que escribirlas uno mismo. Se necesita tiempo y experiencia para crear políticas administradas 
por el cliente de IAM que le brinden a su equipo solo los permisos necesarios. Para comenzar a 
hacerlo con rapidez, puede utilizar nuestras políticas administradas de AWS. Estas políticas cubren 
casos de uso comunes y están disponibles en su cuenta de AWS. Para obtener más información 

AWSPolíticas gestionadas para SageMaker 6152

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateWorkteam.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_create-console.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_create-console.html


Amazon SageMaker Guía para desarrolladores

sobre las políticas administradas por AWS, consulte Políticas administradas por AWS en la Guía del 
usuario de IAM.

Los servicios de AWS mantienen y actualizan las políticas administradas de AWS. No puede cambiar 
los permisos en las políticas administradas de AWS. En ocasiones, los servicios agregan permisos 
adicionales a una política administrada de AWS para admitir características nuevas. Este tipo de 
actualización afecta a todas las identidades (usuarios, grupos y roles) a las que se asocia la política. 
Es más probable que los servicios actualicen una política administrada de AWS cuando se lanza una 
nueva característica o cuando se ponen a disposición nuevas operaciones. Los servicios no quitan 
los permisos de una política administrada de AWS, por lo tanto, las actualizaciones de las políticas 
no deteriorarán los permisos existentes.

Además, AWS admite políticas administradas para funciones de trabajo que abarcan varios servicios. 
Por ejemplo, la política ReadOnlyAccess administrada por AWS proporciona acceso de solo lectura 
a todos los servicios y recursos de AWS. Cuando un servicio lanza una nueva característica, AWS 
agrega permisos de solo lectura para las operaciones y los recursos nuevos. Para obtener una lista 
y descripción de las políticas de funciones de trabajo, consulte Políticas administradas de AWS para 
funciones de trabajo en la Guía del usuario de IAM.

Important

Se recomienda utilizar la política más restringida que le permita llevar a cabo su caso de uso.

Las siguientes políticas AWS gestionadas, que puedes adjuntar a los usuarios de tu cuenta, son 
específicas de Amazon SageMaker:

• AmazonSageMakerFullAccess— Otorga acceso total a los recursos SageMaker geoespaciales 
SageMaker y de Amazon y a las operaciones compatibles. No proporciona acceso ilimitado a 
Amazon S3, pero admite buckets y objetos con etiquetas de sagemaker específicas. Esta política 
permite transferir todas las funciones de IAM a Amazon SageMaker, pero solo permite que las 
funciones de IAM que AmazonSageMaker contengan «» se transfieran a los servicios AWS 
GlueAWS Step Functions, y AWS RoboMaker .

• AmazonSageMakerReadOnly— Otorga acceso de solo lectura a los recursos de Amazon 
SageMaker .

Las siguientes políticas administradas por AWS también se pueden asociar a los usuarios de su 
cuenta, pero no se recomienda:
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• AdministratorAccess: concede todas las acciones para todos los servicios de AWS y para 
todos los recursos en la cuenta.

• DataScientist: concede una amplia gama de permisos para cubrir la mayoría de los casos de 
uso (principalmente para la inteligencia empresarial y el análisis) que detectan los analizadores de 
datos.

Para consultar estas políticas de permisos, inicie sesión en la consola de IAM y búsquelas.

También puedes crear tus propias políticas de IAM personalizadas para permitir permisos para las 
SageMaker acciones y los recursos de Amazon a medida que los necesites. Puede asociar estas 
políticas personalizadas a los usuarios o grupos de que las requieran.

Temas

• AWSpolítica gestionada: AmazonSageMakerFullAccess

• AWSpolítica gestionada: AmazonSageMakerReadOnly

• AWSpolíticas gestionadas para Amazon SageMaker Canvas

• AWSpolíticas gestionadas para Amazon SageMaker Cluster

• AWSpolíticas gestionadas para Amazon SageMaker Feature Store

• AWSpolíticas gestionadas para Amazon SageMaker geospatial

• AWSPolíticas gestionadas para Amazon SageMaker Ground Truth

• AWSPolíticas gestionadas para una gobernanza SageMaker modelo

• Políticas administradas por AWS para el registro de modelos

• AWSPolíticas administradas para SageMaker cuadernos

• AWSPolíticas gestionadas para SageMaker oleoductos

• AWSPolíticas gestionadas para SageMaker proyectos y JumpStart

• SageMaker Actualizaciones de las políticas AWS gestionadas

AWSpolítica gestionada: AmazonSageMakerFullAccess

Esta política otorga permisos administrativos que permiten a los principales acceder plenamente a 
todos los recursos SageMaker y operaciones SageMaker geoespaciales y de Amazon. La política 
también brinda acceso selecto a los servicios relacionados. Esta política permite transferir todas 
las funciones de IAM a Amazon SageMaker, pero solo permite que las funciones de IAM que 
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AmazonSageMaker contengan «» se transfieran a los servicios AWS GlueAWS Step Functions, 
y AWS RoboMaker . Esta política no incluye los permisos para crear un SageMaker dominio de 
Amazon. Para obtener información sobre la política necesaria para crear un dominio, consulte
Creación de un grupo y usuario administrativo .

Detalles de los permisos

Esta política incluye los siguientes permisos.

• application-autoscaling— Permite a los directores escalar automáticamente un punto final 
de inferencia SageMaker en tiempo real.

• athena: permite a las entidades principales consultar una lista de catálogos de datos, bases de 
datos y metadatos de tablas desde Amazon Athena.

• aws-marketplace: permite a las entidades principales ver las suscripciones de AWS AI 
Marketplace. Lo necesita si quiere acceder al SageMaker software al que está suscrito. AWS 
Marketplace

• cloudformation— Permite a los directores obtener AWS CloudFormation plantillas para usar 
SageMaker JumpStart soluciones y canalizaciones. SageMaker JumpStartcrea los recursos 
necesarios para ejecutar soluciones end-to-end de aprendizaje automático vinculadas SageMaker 
a otros AWS servicios. SageMaker Pipelines crea nuevos proyectos respaldados por Service 
Catalog.

• cloudwatch— Permite a los directores publicar CloudWatch métricas, interactuar con las alarmas 
y cargar registros en los registros de su cuenta. CloudWatch

• codebuild— Permite a los directores almacenar AWS CodeBuild artefactos para SageMaker 
Pipeline y Projects.

• codecommit— Necesario para AWS CodeCommit la integración con instancias de SageMaker 
notebook.

• cognito-idp— Necesario para que Amazon SageMaker Ground Truth defina la fuerza laboral 
privada y los equipos de trabajo.

• ec2— Necesario SageMaker para gestionar los recursos y las interfaces de red de Amazon EC2 
al especificar una Amazon VPC para sus SageMaker trabajos, modelos, puntos de conexión e 
instancias de notebook.

• ecr— Necesario para extraer y almacenar artefactos de Docker para Amazon SageMaker Studio 
Classic (imágenes personalizadas), entrenamiento, procesamiento, inferencia por lotes y puntos 
finales de inferencia. Esto también es necesario para usar tu propio contenedor. SageMaker Se 
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requieren permisos adicionales para las SageMaker JumpStart soluciones a fin de crear y eliminar 
imágenes personalizadas en nombre de los usuarios.

• elastic-inference— Permite a los directores conectarse a Amazon Elastic Inference para 
SageMaker utilizar instancias y puntos de enlace de notebook.

• elasticfilesystem: permite a las entidades principales acceder a Amazon Elastic File System. 
Esto es necesario SageMaker para utilizar las fuentes de datos de Amazon Elastic File System 
para entrenar modelos de aprendizaje automático.

• fsx: permite a las entidades principales obtener acceso completo a Amazon FSx. Esto es 
necesario SageMaker para utilizar las fuentes de datos de Amazon FSx para entrenar modelos de 
aprendizaje automático.

• glue— Necesario para el procesamiento previo del proceso de inferencia desde instancias de 
notebook. SageMaker

• groundtruthlabeling: se requiere para los trabajos de etiquetado de Ground Truth. Se accede 
al punto de conexión groundtruthlabeling mediante la consola de Ground Truth.

• iam— Necesario para dar acceso a la SageMaker consola a las funciones de IAM disponibles y 
crear funciones vinculadas a servicios.

• kms— Necesario para permitir a la SageMaker consola acceder a AWS KMS las claves 
disponibles y recuperarlas para cualquier AWS KMS alias especificado en las tareas y los puntos 
finales.

• lambda: permite a las entidades principales invocar y obtener una lista de funciones de AWS 
Lambda.

• logs— Necesario para permitir que los SageMaker trabajos y los puntos finales publiquen flujos 
de registro.

• redshift: permite a las entidades principales acceder a las credenciales del clúster de Amazon 
Redshift.

• redshift-data: permite a las entidades principales utilizar los datos de Amazon Redshift para 
ejecutar, describir y cancelar instrucciones; obtener los resultados de instrucciones; y enumerar 
esquemas y tablas.

• robomaker— Permite a los directores tener acceso completo para crear, obtener descripciones 
y eliminar aplicaciones y trabajos de AWS RoboMaker simulación. También se requiere para 
ejecutar ejemplos de aprendizaje por refuerzo en instancias de cuadernos.

• s3, s3express— Permite a los directores tener acceso total a los recursos de Amazon S3 y 
Amazon S3 Express pertenecientes a Amazon S3 o Amazon S3 Express SageMaker, pero no a 
todos.
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• sagemaker— Permite a los directores enumerar etiquetas en los perfiles SageMaker de usuario 
y añadir etiquetas a las SageMaker aplicaciones. Permite el acceso únicamente a SageMaker las 
definiciones fluidas de sagemaker: WorkteamType «private-crowd» o «vendor-crowd».

• sagemakerysagemaker-geospatial: permite a los directores acceder de solo lectura a los 
dominios y perfiles de usuario. SageMaker

• secretsmanager: permite a las entidades principales obtener acceso completo a AWS Secrets 
Manager. Las entidades principales le ayudan a cifrar, almacenar y recuperar de forma segura las 
credenciales de las bases de datos y otros servicios. Esto también es necesario para las instancias 
de SageMaker notebook con repositorios de SageMaker código que utilizan. GitHub

• servicecatalog: permite a las entidades principales utilizar Service Catalog. Las entidades 
principales pueden crear, obtener una lista, actualizar o cancelar los productos aprovisionados, 
como servidores, bases de datos, sitios web o aplicaciones implementada mediante recursos de 
AWS. Esto es necesario para que los SageMaker JumpStart proyectos puedan encontrar y leer los 
productos del catálogo de servicios y lanzar AWS recursos entre los usuarios.

• sns: permite a las entidades principales consultar una lista de temas de Amazon SNS. Se requiere 
para los puntos de conexión con inferencia asíncrona habilitada para notificar a los usuarios que 
su inferencia se ha completado.

• states— Necesario para que SageMaker JumpStart y Pipelines utilicen un catálogo de servicios 
para crear recursos de funciones escalonadas.

• tag— Necesario para que SageMaker Pipelines se renderice en Studio Classic. Studio Classic 
necesita recursos etiquetados con una clave de sagemaker:project-id etiqueta específica. 
Esto requiere el permiso tag:GetResources.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AllowAllNonAdminSageMakerActions", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:*", 
        "sagemaker-geospatial:*" 
      ], 
      "NotResource": [ 
        "arn:aws:sagemaker:*:*:domain/*", 
        "arn:aws:sagemaker:*:*:user-profile/*", 
        "arn:aws:sagemaker:*:*:app/*", 
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        "arn:aws:sagemaker:*:*:space/*", 
        "arn:aws:sagemaker:*:*:flow-definition/*" 
      ] 
    }, 
    { 
      "Sid": "AllowAddTagsForApp", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:app/*" 
      ] 
    }, 
    { 
      "Sid": "AllowStudioActions", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreatePresignedDomainUrl", 
        "sagemaker:DescribeDomain", 
        "sagemaker:ListDomains", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:DescribeSpace", 
        "sagemaker:ListSpaces", 
        "sagemaker:DescribeApp", 
        "sagemaker:ListApps" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "AllowAppActionsForUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:app/*/*/*/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
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    { 
      "Sid": "AllowAppActionsForSharedSpaces", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:app/${sagemaker:DomainId}/*/*/*", 
      "Condition": { 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Shared" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "AllowMutatingActionsOnSharedSpacesWithoutOwner", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:space/${sagemaker:DomainId}/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "RestrictMutatingActionsOnSpacesToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:space/${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:*:*:user-profile/
${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
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        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private", 
            "Shared" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "RestrictMutatingActionsOnPrivateSpaceAppsToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:app/${sagemaker:DomainId}/*/*/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:*:*:user-profile/
${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "AllowFlowDefinitionActions", 
      "Effect": "Allow", 
      "Action": "sagemaker:*", 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:flow-definition/*" 
      ], 
      "Condition": { 
        "StringEqualsIfExists": { 
          "sagemaker:WorkteamType": [ 
            "private-crowd", 
            "vendor-crowd" 
          ] 
        } 
      } 
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    }, 
    { 
      "Sid": "AllowAWSServiceActions", 
      "Effect": "Allow", 
      "Action": [ 
        "application-autoscaling:DeleteScalingPolicy", 
        "application-autoscaling:DeleteScheduledAction", 
        "application-autoscaling:DeregisterScalableTarget", 
        "application-autoscaling:DescribeScalableTargets", 
        "application-autoscaling:DescribeScalingActivities", 
        "application-autoscaling:DescribeScalingPolicies", 
        "application-autoscaling:DescribeScheduledActions", 
        "application-autoscaling:PutScalingPolicy", 
        "application-autoscaling:PutScheduledAction", 
        "application-autoscaling:RegisterScalableTarget", 
        "aws-marketplace:ViewSubscriptions", 
        "cloudformation:GetTemplateSummary", 
        "cloudwatch:DeleteAlarms", 
        "cloudwatch:DescribeAlarms", 
        "cloudwatch:GetMetricData", 
        "cloudwatch:GetMetricStatistics", 
        "cloudwatch:ListMetrics", 
        "cloudwatch:PutMetricAlarm", 
        "cloudwatch:PutMetricData", 
        "codecommit:BatchGetRepositories", 
        "codecommit:CreateRepository", 
        "codecommit:GetRepository", 
        "codecommit:List*", 
        "cognito-idp:AdminAddUserToGroup", 
        "cognito-idp:AdminCreateUser", 
        "cognito-idp:AdminDeleteUser", 
        "cognito-idp:AdminDisableUser", 
        "cognito-idp:AdminEnableUser", 
        "cognito-idp:AdminRemoveUserFromGroup", 
        "cognito-idp:CreateGroup", 
        "cognito-idp:CreateUserPool", 
        "cognito-idp:CreateUserPoolClient", 
        "cognito-idp:CreateUserPoolDomain", 
        "cognito-idp:DescribeUserPool", 
        "cognito-idp:DescribeUserPoolClient", 
        "cognito-idp:List*", 
        "cognito-idp:UpdateUserPool", 
        "cognito-idp:UpdateUserPoolClient", 
        "ec2:CreateNetworkInterface", 
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        "ec2:CreateNetworkInterfacePermission", 
        "ec2:CreateVpcEndpoint", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeRouteTables", 
        "ec2:DescribeSecurityGroups", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeVpcEndpoints", 
        "ec2:DescribeVpcs", 
        "ecr:BatchCheckLayerAvailability", 
        "ecr:BatchGetImage", 
        "ecr:CreateRepository", 
        "ecr:Describe*", 
        "ecr:GetAuthorizationToken", 
        "ecr:GetDownloadUrlForLayer", 
        "ecr:StartImageScan", 
        "elastic-inference:Connect", 
        "elasticfilesystem:DescribeFileSystems", 
        "elasticfilesystem:DescribeMountTargets", 
        "fsx:DescribeFileSystems", 
        "glue:CreateJob", 
        "glue:DeleteJob", 
        "glue:GetJob*", 
        "glue:GetTable*", 
        "glue:GetWorkflowRun", 
        "glue:ResetJobBookmark", 
        "glue:StartJobRun", 
        "glue:StartWorkflowRun", 
        "glue:UpdateJob", 
        "groundtruthlabeling:*", 
        "iam:ListRoles", 
        "kms:DescribeKey", 
        "kms:ListAliases", 
        "lambda:ListFunctions", 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:Describe*", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:ListLogDeliveries", 
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        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery", 
        "robomaker:CreateSimulationApplication", 
        "robomaker:DescribeSimulationApplication", 
        "robomaker:DeleteSimulationApplication", 
        "robomaker:CreateSimulationJob", 
        "robomaker:DescribeSimulationJob", 
        "robomaker:CancelSimulationJob", 
        "secretsmanager:ListSecrets", 
        "servicecatalog:Describe*", 
        "servicecatalog:List*", 
        "servicecatalog:ScanProvisionedProducts", 
        "servicecatalog:SearchProducts", 
        "servicecatalog:SearchProvisionedProducts", 
        "sns:ListTopics", 
        "tag:GetResources" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "AllowECRActions", 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:SetRepositoryPolicy", 
        "ecr:CompleteLayerUpload", 
        "ecr:BatchDeleteImage", 
        "ecr:UploadLayerPart", 
        "ecr:DeleteRepositoryPolicy", 
        "ecr:InitiateLayerUpload", 
        "ecr:DeleteRepository", 
        "ecr:PutImage" 
      ], 
      "Resource": [ 
        "arn:aws:ecr:*:*:repository/*sagemaker*" 
      ] 
    }, 
    { 
      "Sid": "AllowCodeCommitActions", 
      "Effect": "Allow", 
      "Action": [ 
        "codecommit:GitPull", 
        "codecommit:GitPush" 
      ], 
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      "Resource": [ 
        "arn:aws:codecommit:*:*:*sagemaker*", 
        "arn:aws:codecommit:*:*:*SageMaker*", 
        "arn:aws:codecommit:*:*:*Sagemaker*" 
      ] 
    }, 
    { 
      "Sid": "AllowCodeBuildActions", 
      "Action": [ 
        "codebuild:BatchGetBuilds", 
        "codebuild:StartBuild" 
      ], 
      "Resource": [ 
        "arn:aws:codebuild:*:*:project/sagemaker*", 
        "arn:aws:codebuild:*:*:build/*" 
      ], 
      "Effect": "Allow" 
    }, 
    { 
      "Sid": "AllowStepFunctionsActions", 
      "Action": [ 
        "states:DescribeExecution", 
        "states:GetExecutionHistory", 
        "states:StartExecution", 
        "states:StopExecution", 
        "states:UpdateStateMachine" 
      ], 
      "Resource": [ 
        "arn:aws:states:*:*:statemachine:*sagemaker*", 
        "arn:aws:states:*:*:execution:*sagemaker*:*" 
      ], 
      "Effect": "Allow" 
    }, 
    { 
      "Sid": "AllowSecretManagerActions", 
      "Effect": "Allow", 
      "Action": [ 
        "secretsmanager:DescribeSecret", 
        "secretsmanager:GetSecretValue", 
        "secretsmanager:CreateSecret" 
      ], 
      "Resource": [ 
        "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
      ] 
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    }, 
    { 
      "Sid": "AllowReadOnlySecretManagerActions", 
      "Effect": "Allow", 
      "Action": [ 
        "secretsmanager:DescribeSecret", 
        "secretsmanager:GetSecretValue" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "secretsmanager:ResourceTag/SageMaker": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowServiceCatalogProvisionProduct", 
      "Effect": "Allow", 
      "Action": [ 
        "servicecatalog:ProvisionProduct" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "AllowServiceCatalogTerminateUpdateProvisionProduct", 
      "Effect": "Allow", 
      "Action": [ 
        "servicecatalog:TerminateProvisionedProduct", 
        "servicecatalog:UpdateProvisionedProduct" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "servicecatalog:userLevel": "self" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3ObjectActions", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject", 
        "s3:PutObject", 
        "s3:DeleteObject", 
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        "s3:AbortMultipartUpload" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*SageMaker*", 
        "arn:aws:s3:::*Sagemaker*", 
        "arn:aws:s3:::*sagemaker*", 
        "arn:aws:s3:::*aws-glue*" 
      ] 
    }, 
    { 
      "Sid": "AllowS3GetObjectWithSageMakerExistingObjectTag", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*" 
      ], 
      "Condition": { 
        "StringEqualsIgnoreCase": { 
          "s3:ExistingObjectTag/SageMaker": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3GetObjectWithServiceCatalogProvisioningExistingObjectTag", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "s3:ExistingObjectTag/servicecatalog:provisioning": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3BucketActions", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:CreateBucket", 
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        "s3:GetBucketLocation", 
        "s3:ListBucket", 
        "s3:ListAllMyBuckets", 
        "s3:GetBucketCors", 
        "s3:PutBucketCors" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "AllowS3BucketACL", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetBucketAcl", 
        "s3:PutObjectAcl" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*SageMaker*", 
        "arn:aws:s3:::*Sagemaker*", 
        "arn:aws:s3:::*sagemaker*" 
      ] 
    }, 
    { 
      "Sid": "AllowLambdaInvokeFunction", 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:InvokeFunction" 
      ], 
      "Resource": [ 
        "arn:aws:lambda:*:*:function:*SageMaker*", 
        "arn:aws:lambda:*:*:function:*sagemaker*", 
        "arn:aws:lambda:*:*:function:*Sagemaker*", 
        "arn:aws:lambda:*:*:function:*LabelingFunction*" 
      ] 
    }, 
    { 
      "Sid": "AllowCreateServiceLinkedRoleForSageMakerApplicationAutoscaling", 
      "Action": "iam:CreateServiceLinkedRole", 
      "Effect": "Allow", 
      "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
      "Condition": { 
        "StringLike": { 
          "iam:AWSServiceName": "sagemaker.application-autoscaling.amazonaws.com" 
        } 
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      } 
    }, 
    { 
      "Sid": "AllowCreateServiceLinkedRoleForRobomaker", 
      "Effect": "Allow", 
      "Action": "iam:CreateServiceLinkedRole", 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "iam:AWSServiceName": "robomaker.amazonaws.com" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowSNSActions", 
      "Effect": "Allow", 
      "Action": [ 
        "sns:Subscribe", 
        "sns:CreateTopic", 
        "sns:Publish" 
      ], 
      "Resource": [ 
        "arn:aws:sns:*:*:*SageMaker*", 
        "arn:aws:sns:*:*:*Sagemaker*", 
        "arn:aws:sns:*:*:*sagemaker*" 
      ] 
    }, 
    { 
      "Sid": "AllowPassRoleForSageMakerRoles", 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": "arn:aws:iam::*:role/*AmazonSageMaker*", 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": [ 
            "glue.amazonaws.com", 
            "robomaker.amazonaws.com", 
            "states.amazonaws.com" 
          ] 
        } 
      } 
    }, 
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    { 
      "Sid": "AllowPassRoleToSageMaker", 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": "arn:aws:iam::*:role/*", 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": "sagemaker.amazonaws.com" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowAthenaActions", 
      "Effect": "Allow", 
      "Action": [ 
        "athena:ListDataCatalogs", 
        "athena:ListDatabases", 
        "athena:ListTableMetadata", 
        "athena:GetQueryExecution", 
        "athena:GetQueryResults", 
        "athena:StartQueryExecution", 
        "athena:StopQueryExecution" 
      ], 
      "Resource": [ 
        "*" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueCreateTable", 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateTable" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:table/*/sagemaker_tmp_*", 
        "arn:aws:glue:*:*:table/sagemaker_featurestore/*", 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/*" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueUpdateTable", 
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      "Effect": "Allow", 
      "Action": [ 
        "glue:UpdateTable" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:table/sagemaker_featurestore/*", 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/sagemaker_featurestore" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueDeleteTable", 
      "Effect": "Allow", 
      "Action": [ 
        "glue:DeleteTable" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:table/*/sagemaker_tmp_*", 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/*" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueGetTablesAndDatabases", 
      "Effect": "Allow", 
      "Action": [ 
        "glue:GetDatabases", 
        "glue:GetTable", 
        "glue:GetTables" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:table/*", 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/*" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueGetAndCreateDatabase", 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateDatabase", 
        "glue:GetDatabase" 
      ], 
      "Resource": [ 
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        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/sagemaker_featurestore", 
        "arn:aws:glue:*:*:database/sagemaker_processing", 
        "arn:aws:glue:*:*:database/default", 
        "arn:aws:glue:*:*:database/sagemaker_data_wrangler" 
      ] 
    }, 
    { 
      "Sid": "AllowRedshiftDataActions", 
      "Effect": "Allow", 
      "Action": [ 
        "redshift-data:ExecuteStatement", 
        "redshift-data:DescribeStatement", 
        "redshift-data:CancelStatement", 
        "redshift-data:GetStatementResult", 
        "redshift-data:ListSchemas", 
        "redshift-data:ListTables" 
      ], 
      "Resource": [ 
        "*" 
      ] 
    }, 
    { 
      "Sid": "AllowRedshiftGetClusterCredentials", 
      "Effect": "Allow", 
      "Action": [ 
        "redshift:GetClusterCredentials" 
      ], 
      "Resource": [ 
        "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*", 
        "arn:aws:redshift:*:*:dbname:*" 
      ] 
    }, 
    { 
      "Sid": "AllowListTagsForUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:ListTags" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:user-profile/*" 
      ] 
    }, 
    { 
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      "Sid": "AllowCloudformationListStackResources", 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:ListStackResources" 
      ], 
      "Resource": "arn:aws:cloudformation:*:*:stack/SC-*" 
    }, 
    { 
      "Sid": "AllowS3ExpressObjectActions", 
      "Effect": "Allow", 
      "Action": [ 
        "s3express:CreateSession" 
      ], 
      "Resource": [ 
        "arn:aws:s3express:*:*:bucket/*SageMaker*", 
        "arn:aws:s3express:*:*:bucket/*Sagemaker*", 
        "arn:aws:s3express:*:*:bucket/*sagemaker*", 
        "arn:aws:s3express:*:*:bucket/*aws-glue*" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3ExpressCreateBucketActions", 
      "Effect": "Allow", 
      "Action": [ 
        "s3express:CreateBucket" 
      ], 
      "Resource": [ 
        "arn:aws:s3express:*:*:bucket/*SageMaker*", 
        "arn:aws:s3express:*:*:bucket/*Sagemaker*", 
        "arn:aws:s3express:*:*:bucket/*sagemaker*" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3ExpressListBucketActions", 
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      "Effect": "Allow", 
      "Action": [ 
        "s3express:ListAllMyDirectoryBuckets" 
      ], 
      "Resource": "*" 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerReadOnly

Esta política otorga acceso de solo lectura a Amazon a SageMaker través del SDK AWS 
Management Console y.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• application-autoscaling— Permite a los usuarios consultar las descripciones de los puntos 
finales de inferencia escalables SageMaker en tiempo real.

• aws-marketplace: permite a los usuarios ver las suscripciones de AWS AI Marketplace.

• cloudwatch— Permite a los usuarios recibir CloudWatch alarmas.

• cognito-idp— Necesario para que Amazon SageMaker Ground Truth explore las descripciones 
y listas de personal y equipos de trabajo privados.

• ecr: se requiere para leer artefactos de Docker para el entrenamiento y la inferencia.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:Describe*", 
                "sagemaker:List*", 
                "sagemaker:BatchGetMetrics", 
                "sagemaker:GetDeviceRegistration", 
                "sagemaker:GetDeviceFleetReport", 
                "sagemaker:GetSearchSuggestions", 
                "sagemaker:BatchGetRecord", 
                "sagemaker:GetRecord", 
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                "sagemaker:Search", 
                "sagemaker:QueryLineage", 
                "sagemaker:GetLineageGroupPolicy", 
                "sagemaker:BatchDescribeModelPackage", 
                "sagemaker:GetModelPackageGroupPolicy" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "application-autoscaling:DescribeScalableTargets", 
                "application-autoscaling:DescribeScalingActivities", 
                "application-autoscaling:DescribeScalingPolicies", 
                "application-autoscaling:DescribeScheduledActions", 
                "aws-marketplace:ViewSubscriptions", 
                "cloudwatch:DescribeAlarms", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:ListGroups", 
                "cognito-idp:ListIdentityProviders", 
                "cognito-idp:ListUserPoolClients", 
                "cognito-idp:ListUserPools", 
                "cognito-idp:ListUsers", 
                "cognito-idp:ListUsersInGroup", 
                "ecr:Describe*" 
            ], 
            "Resource": "*" 
        } 
    ]
}

AWSpolíticas gestionadas para Amazon SageMaker Canvas

Estas políticas AWS gestionadas añaden los permisos necesarios para usar Amazon SageMaker 
Canvas. Las políticas están disponibles en su AWS cuenta y las utilizan los roles de ejecución 
creados desde la SageMaker consola.

Temas

• AWSpolítica gestionada: AmazonSageMakerCanvasFullAccess

• AWSpolítica gestionada: Acceso AmazonSageMakerCanvasDataPrepFull

• AWSpolítica gestionada: AmazonSageMakerCanvasDirectDeployAccess
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• AWSpolítica gestionada: IA AmazonSageMakerCanvas ServicesAccess

• AWSpolítica gestionada: AmazonSageMakerCanvasBedrockAccess

• AWSpolítica gestionada: AmazonSageMakerCanvasForecastAccess

• Amazon SageMaker actualiza las políticas gestionadas de Amazon SageMaker Canvas

AWSpolítica gestionada: AmazonSageMakerCanvasFullAccess

Esta política otorga permisos que permiten el acceso total a Amazon SageMaker Canvas a través 
del SDK AWS Management Console y. La política también proporciona acceso selecto a servicios 
relacionados [por ejemplo, Amazon Simple Storage Service (Amazon S3), (IAM)AWS Identity and 
Access Management, Amazon Virtual Private Cloud (Amazon VPC), Amazon Elastic Container 
Registry (Amazon ECR), Amazon Logs, Amazon Redshift, CloudWatch Amazon Autopilot, Model 
Registry y AWS Secrets Manager Amazon Forecast SageMaker Amazon SageMaker ].

El objetivo de esta política es ayudar a los clientes a experimentar y empezar a utilizar todas 
las funciones de Canvas. SageMaker Para obtener un control más detallado, se sugiere a los 
clientes que creen sus propias versiones reducidas a medida que pasen a las cargas de trabajo de 
producción. Para obtener más información, consulte IAM policy types: How and when to use them.

Detalles de los permisos

Esta política administrada por AWS debe incluir los siguientes permisos.

• sagemaker— Permite a los directores crear y alojar SageMaker modelos en recursos cuyo ARN 
contenga «Canvas», «canvas» o «model-compilation-». Además, los usuarios pueden registrar su 
modelo SageMaker Canvas en Model Registry en la SageMaker misma cuenta. AWS

• ec2: permite a las entidades principales crear puntos de conexión de Amazon VPC.

• ecr: permite a las entidades principales obtener información acerca de la imagen de un 
contenedor.

• glue: permite a las entidades principales recuperar las tablas en el catálogo.

• iam— Permite a los directores transferir una función de IAM a Amazon SageMaker y Amazon 
Forecast. También permite a los directores crear un rol vinculado a un servicio.

• logs: permite a las entidades principales publicar registros de los trabajos de entrenamiento y los 
puntos de conexión.

• s3: permite a las entidades principales agregar y recuperar objetos de buckets de Amazon 
S3. Estos objetos se limitan a aquellos cuyo nombre incluya «», SageMaker «Sagemaker» o 

AWSPolíticas gestionadas para SageMaker 6175

https://aws.amazon.com/blogs/security/iam-policy-types-how-and-when-to-use-them/


Amazon SageMaker Guía para desarrolladores

«sagemaker». También permite a los directores recuperar objetos de los buckets de Amazon S3 
cuyo ARN comience por «jumpstart-cache-prod-» en regiones específicas.

• secretsmanager: permite a las entidades principales almacenar las credenciales de los clientes 
para conectarse a una base de datos de Snowflake mediante Secrets Manager.

• redshift: permite a las entidades principales obtener credenciales para un dbuser 
“sagemaker_access*” en cualquier clúster de Amazon Redshift, si ese usuario existe.

• redshift-data: permite a las entidades principales ejecutar consultas en Amazon Redshift 
mediante la API de datos de Amazon Redshift. Esto solo proporciona acceso a las propias API de 
Redshift Data y no proporciona acceso directo a los clústeres de Amazon Redshift. Para obtener 
más información, consulte Uso de la API de datos de Amazon Redshift.

• forecast: permite a las entidades principales utilizar Amazon Forecast.

• application-autoscaling— Permite a los directores escalar automáticamente un punto final 
de inferencia. SageMaker

• rds: permite a las entidades principales devolver información sobre instancias aprovisionadas de 
Amazon RDS.

• cloudwatch— Permite a los directores crear y gestionar las CloudWatch alarmas de Amazon.

• athena— Permite a los directores crear, leer y gestionar consultas, catálogos y ejecuciones de 
Amazon Athena.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "SageMakerUserDetailsAndPackageOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeDomain", 
                "sagemaker:DescribeUserProfile", 
                "sagemaker:ListTags", 
                "sagemaker:ListModelPackages", 
                "sagemaker:ListModelPackageGroups", 
                "sagemaker:ListEndpoints" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SageMakerPackageGroupOperations", 
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            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateModelPackageGroup", 
                "sagemaker:CreateModelPackage", 
                "sagemaker:DescribeModelPackageGroup", 
                "sagemaker:DescribeModelPackage" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:model-package/*", 
                "arn:aws:sagemaker:*:*:model-package-group/*" 
            ] 
        }, 
        { 
            "Sid": "SageMakerTrainingOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateCompilationJob", 
                "sagemaker:CreateEndpoint", 
                "sagemaker:CreateEndpointConfig", 
                "sagemaker:CreateModel", 
                "sagemaker:CreateProcessingJob", 
                "sagemaker:CreateAutoMLJob", 
                "sagemaker:CreateAutoMLJobV2", 
                "sagemaker:DeleteEndpoint", 
                "sagemaker:DescribeCompilationJob", 
                "sagemaker:DescribeEndpoint", 
                "sagemaker:DescribeEndpointConfig", 
                "sagemaker:DescribeModel", 
                "sagemaker:DescribeProcessingJob", 
                "sagemaker:DescribeAutoMLJob", 
                "sagemaker:DescribeAutoMLJobV2", 
                "sagemaker:ListCandidatesForAutoMLJob", 
                "sagemaker:AddTags", 
                "sagemaker:DeleteApp" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:*Canvas*", 
                "arn:aws:sagemaker:*:*:*canvas*", 
                "arn:aws:sagemaker:*:*:*model-compilation-*" 
            ] 
        }, 
        { 
            "Sid": "SageMakerHostingOperations", 
            "Effect": "Allow", 
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            "Action": [ 
                "sagemaker:DeleteEndpointConfig", 
                "sagemaker:DeleteModel", 
                "sagemaker:InvokeEndpoint", 
                "sagemaker:UpdateEndpointWeightsAndCapacities", 
                "sagemaker:InvokeEndpointAsync" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:*Canvas*", 
                "arn:aws:sagemaker:*:*:*canvas*" 
            ] 
        }, 
        { 
            "Sid": "EC2VPCOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "ec2:CreateVpcEndpoint", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeVpcs", 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeVpcEndpointServices" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "ECROperations", 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchGetImage", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "IAMGetOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*" 
        }, 
        { 
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            "Sid": "IAMPassOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Sid": "LoggingOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "arn:aws:logs:*:*:log-group:/aws/sagemaker/*" 
        }, 
        { 
            "Sid": "S3Operations", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:CreateBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Sid": "ReadSageMakerJumpstartArtifacts", 
            "Effect": "Allow", 
            "Action": "s3:GetObject", 
            "Resource": [ 
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                "arn:aws:s3:::jumpstart-cache-prod-us-west-2/*", 
                "arn:aws:s3:::jumpstart-cache-prod-us-east-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-us-east-2/*", 
                "arn:aws:s3:::jumpstart-cache-prod-eu-west-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-eu-central-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-south-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-northeast-2/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-northeast-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-southeast-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-southeast-2/*" 
            ] 
        }, 
        { 
            "Sid": "S3ListOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "GlueOperations", 
            "Effect": "Allow", 
            "Action": "glue:SearchTables", 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*/*", 
                "arn:aws:glue:*:*:database/*", 
                "arn:aws:glue:*:*:catalog" 
            ] 
        }, 
        { 
            "Sid": "SecretsManagerARNBasedOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue", 
                "secretsmanager:CreateSecret", 
                "secretsmanager:PutResourcePolicy" 
            ], 
            "Resource": [ 
                "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
            ] 
        }, 
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        { 
            "Sid": "SecretManagerTagBasedOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "secretsmanager:ResourceTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "RedshiftOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "redshift-data:ExecuteStatement", 
                "redshift-data:DescribeStatement", 
                "redshift-data:CancelStatement", 
                "redshift-data:GetStatementResult", 
                "redshift-data:ListSchemas", 
                "redshift-data:ListTables", 
                "redshift-data:DescribeTable" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "RedshiftGetCredentialsOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "redshift:GetClusterCredentials" 
            ], 
            "Resource": [ 
                "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*", 
                "arn:aws:redshift:*:*:dbname:*" 
            ] 
        }, 
        { 
            "Sid": "ForecastOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "forecast:CreateExplainabilityExport", 
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                "forecast:CreateExplainability", 
                "forecast:CreateForecastEndpoint", 
                "forecast:CreateAutoPredictor", 
                "forecast:CreateDatasetImportJob", 
                "forecast:CreateDatasetGroup", 
                "forecast:CreateDataset", 
                "forecast:CreateForecast", 
                "forecast:CreateForecastExportJob", 
                "forecast:CreatePredictorBacktestExportJob", 
                "forecast:CreatePredictor", 
                "forecast:DescribeExplainabilityExport", 
                "forecast:DescribeExplainability", 
                "forecast:DescribeAutoPredictor", 
                "forecast:DescribeForecastEndpoint", 
                "forecast:DescribeDatasetImportJob", 
                "forecast:DescribeDataset", 
                "forecast:DescribeForecast", 
                "forecast:DescribeForecastExportJob", 
                "forecast:DescribePredictorBacktestExportJob", 
                "forecast:GetAccuracyMetrics", 
                "forecast:InvokeForecastEndpoint", 
                "forecast:GetRecentForecastContext", 
                "forecast:DescribePredictor", 
                "forecast:TagResource", 
                "forecast:DeleteResourceTree" 
            ], 
            "Resource": [ 
                "arn:aws:forecast:*:*:*Canvas*" 
            ] 
        }, 
        { 
            "Sid": "RDSOperation", 
            "Effect": "Allow", 
            "Action": "rds:DescribeDBInstances", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "IAMPassOperationForForecast", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
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                "StringEquals": { 
                    "iam:PassedToService": "forecast.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Sid": "AutoscalingOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "application-autoscaling:PutScalingPolicy", 
                "application-autoscaling:RegisterScalableTarget" 
            ], 
            "Resource": "arn:aws:application-autoscaling:*:*:scalable-target/*", 
            "Condition": { 
                "StringEquals": { 
                    "application-autoscaling:service-namespace": "sagemaker", 
                    "application-autoscaling:scalable-dimension": 
 "sagemaker:variant:DesiredInstanceCount" 
                } 
            } 
        }, 
        { 
            "Sid": "AsyncEndpointOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:DescribeAlarms", 
                "sagemaker:DescribeEndpointConfig" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SageMakerCloudWatchUpdate", 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricAlarm", 
                "cloudwatch:DeleteAlarms" 
            ], 
            "Resource": [ 
                "arn:aws:cloudwatch:*:*:alarm:TargetTracking*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "aws:CalledViaLast": "application-autoscaling.amazonaws.com" 
                } 
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            } 
        }, 
        { 
            "Sid": "AutoscalingSageMakerEndpointOperation", 
            "Action": "iam:CreateServiceLinkedRole", 
            "Effect": "Allow", 
            "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
            "Condition": { 
                "StringLike": { 
                    "iam:AWSServiceName": "sagemaker.application-
autoscaling.amazonaws.com" 
                } 
            } 
        } 
    ]
}

AWSpolítica gestionada: Acceso AmazonSageMakerCanvasDataPrepFull

Esta política otorga permisos que permiten el acceso total a la funcionalidad de preparación de 
datos de Amazon SageMaker Canvas. La política también proporciona permisos con privilegios 
mínimos para los servicios que se integran con la funcionalidad de preparación de datos [por 
ejemplo, Amazon Simple Storage Service (Amazon S3)AWS Identity and Access Management, 
(IAM), Amazon EMR, Amazon EventBridge, Amazon Redshift, () y]. AWS Key Management Service 
AWS KMS AWS Secrets Manager

Detalles de los permisos

Esta política administrada por AWS debe incluir los siguientes permisos.

• sagemaker— Permite a los directores acceder a los trabajos de procesamiento, los trabajos de 
formación, las canalizaciones de inferencia, los trabajos de AutoML y los grupos de funciones.

• athena— Permite a los directores consultar una lista de catálogos de datos, bases de datos y 
metadatos de tablas de Amazon Athena.

• elasticmapreduce— Permite a los directores leer y enumerar los clústeres de Amazon EMR.

• events— Permite a los directores crear, leer, actualizar y añadir objetivos a EventBridge las 
reglas de Amazon para los trabajos programados.

• glue— Permite a los directores obtener y buscar tablas en las bases de datos del catálogo. AWS 
Glue
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• iam— Permite a los directores transferir una función de IAM a Amazon SageMaker y. EventBridge

• kms— Permite a los directores recuperar los AWS KMS alias almacenados en los trabajos y 
puntos de conexión, y acceder a la clave KMS asociada.

• logs: permite a las entidades principales publicar registros de los trabajos de entrenamiento y los 
puntos de conexión.

• redshift— Permite a los directores obtener credenciales para acceder a una base de datos de 
Amazon Redshift.

• redshift-data— Permite a los directores ejecutar, cancelar, describir, enumerar y obtener los 
resultados de las consultas de Amazon Redshift. También permite a los directores enumerar los 
esquemas y tablas de Amazon Redshift.

• s3: permite a las entidades principales agregar y recuperar objetos de buckets de Amazon 
S3. Estos objetos se limitan a aquellos cuyo nombre incluya «», SageMaker «Sagemaker» 
o «sagemaker», o que estén etiquetados con «», sin distinguir mayúsculas de minúsculas. 
SageMaker

• secretsmanager— Permite a los directores almacenar y recuperar las credenciales de la base 
de datos de clientes mediante Secrets Manager.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "SageMakerListFeatureGroupOperation", 
            "Effect": "Allow", 
            "Action": "sagemaker:ListFeatureGroups", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SageMakerFeatureGroupOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateFeatureGroup", 
                "sagemaker:DescribeFeatureGroup" 
            ], 
            "Resource": "arn:aws:sagemaker:*:*:feature-group/*" 
        }, 
        { 
            "Sid": "SageMakerProcessingJobOperations", 
            "Effect": "Allow", 
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            "Action": [ 
                "sagemaker:CreateProcessingJob", 
                "sagemaker:DescribeProcessingJob", 
                "sagemaker:AddTags" 
            ], 
            "Resource": "arn:aws:sagemaker:*:*:processing-job/*canvas-data-prep*" 
        }, 
        { 
            "Sid": "SageMakerProcessingJobListOperation", 
            "Effect": "Allow", 
            "Action": "sagemaker:ListProcessingJobs", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SageMakerPipelineOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribePipeline", 
                "sagemaker:CreatePipeline", 
                "sagemaker:UpdatePipeline", 
                "sagemaker:DeletePipeline", 
                "sagemaker:StartPipelineExecution", 
                "sagemaker:ListPipelineExecutionSteps", 
                "sagemaker:DescribePipelineExecution" 
            ], 
            "Resource": "arn:aws:sagemaker:*:*:pipeline/*canvas-data-prep*" 
        }, 
        { 
            "Sid": "KMSListOperations", 
            "Effect": "Allow", 
            "Action": "kms:ListAliases", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "KMSOperations", 
            "Effect": "Allow", 
            "Action": "kms:DescribeKey", 
            "Resource": "arn:aws:kms:*:*:key/*" 
        }, 
        { 
            "Sid": "S3Operations", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 

AWSPolíticas gestionadas para SageMaker 6186



Amazon SageMaker Guía para desarrolladores

                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation", 
                "s3:AbortMultipartUpload" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceAccount": "${aws:PrincipalAccount}" 
                } 
            } 
        }, 
        { 
            "Sid": "S3GetObjectOperation", 
            "Effect": "Allow", 
            "Action": "s3:GetObject", 
            "Resource": "arn:aws:s3:::*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                }, 
                "StringEquals": { 
                    "aws:ResourceAccount": "${aws:PrincipalAccount}" 
                } 
            } 
        }, 
        { 
            "Sid": "S3ListOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "IAMListOperations", 
            "Effect": "Allow", 
            "Action": "iam:ListRoles", 
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            "Resource": "*" 
        }, 
        { 
            "Sid": "IAMGetOperations", 
            "Effect": "Allow", 
            "Action": "iam:GetRole", 
            "Resource": "arn:aws:iam::*:role/*" 
        }, 
        { 
            "Sid": "IAMPassOperation", 
            "Effect": "Allow", 
            "Action": "iam:PassRole", 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": [ 
                        "sagemaker.amazonaws.com", 
                        "events.amazonaws.com" 
                    ] 
                } 
            } 
        }, 
        { 
            "Sid": "EventBridgePutOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "events:PutRule" 
            ], 
            "Resource": "arn:aws:events:*:*:rule/*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:RequestTag/sagemaker:is-canvas-data-prep-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "EventBridgeOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "events:DescribeRule", 
                "events:PutTargets" 
            ], 
            "Resource": "arn:aws:events:*:*:rule/*", 
            "Condition": { 
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                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:is-canvas-data-prep-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "EventBridgeTagBasedOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "events:TagResource" 
            ], 
            "Resource": "arn:aws:events:*:*:rule/*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:RequestTag/sagemaker:is-canvas-data-prep-job": "true", 
                    "aws:ResourceTag/sagemaker:is-canvas-data-prep-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "EventBridgeListTagOperation", 
            "Effect": "Allow", 
            "Action": "events:ListTagsForResource", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "GlueOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "glue:GetDatabases", 
                "glue:GetTable", 
                "glue:GetTables", 
                "glue:SearchTables" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*", 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/*" 
            ] 
        }, 
        { 
            "Sid": "EMROperations", 
            "Effect": "Allow", 
            "Action": [ 
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                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups" 
            ], 
            "Resource": "arn:aws:elasticmapreduce:*:*:cluster/*" 
        }, 
        { 
            "Sid": "EMRListOperation", 
            "Effect": "Allow", 
            "Action": "elasticmapreduce:ListClusters", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AthenaListDataCatalogOperation", 
            "Effect": "Allow", 
            "Action": "athena:ListDataCatalogs", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AthenaQueryExecutionOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "athena:GetQueryExecution", 
                "athena:GetQueryResults", 
                "athena:StartQueryExecution", 
                "athena:StopQueryExecution" 
            ], 
            "Resource": "arn:aws:athena:*:*:workgroup/*" 
        }, 
        { 
            "Sid": "AthenaDataCatalogOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "athena:ListDatabases", 
                "athena:ListTableMetadata" 
            ], 
            "Resource": "arn:aws:athena:*:*:datacatalog/*" 
        }, 
        { 
            "Sid": "RedshiftOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "redshift-data:DescribeStatement", 
                "redshift-data:CancelStatement", 
                "redshift-data:GetStatementResult" 
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            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "RedshiftArnBasedOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "redshift-data:ExecuteStatement", 
                "redshift-data:ListSchemas", 
                "redshift-data:ListTables" 
            ], 
            "Resource": "arn:aws:redshift:*:*:cluster:*" 
        }, 
        { 
            "Sid": "RedshiftGetCredentialsOperation", 
            "Effect": "Allow", 
            "Action": "redshift:GetClusterCredentials", 
            "Resource": [ 
                "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*", 
                "arn:aws:redshift:*:*:dbname:*" 
            ] 
        }, 
        { 
            "Sid": "SecretsManagerARNBasedOperation", 
            "Effect": "Allow", 
            "Action": "secretsmanager:CreateSecret", 
            "Resource": "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
        }, 
        { 
            "Sid": "SecretManagerTagBasedOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue" 
            ], 
            "Resource": "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/SageMaker": "true", 
                    "aws:ResourceAccount": "${aws:PrincipalAccount}" 
                } 
            } 
        }, 
        { 
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            "Sid": "RDSOperation", 
            "Effect": "Allow", 
            "Action": "rds:DescribeDBInstances", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "LoggingOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "arn:aws:logs:*:*:log-group:/aws/sagemaker/studio:*" 
        } 
    ]
}

AWSpolítica gestionada: AmazonSageMakerCanvasDirectDeployAccess

Esta política concede los permisos necesarios para que Amazon SageMaker Canvas cree y gestione 
los SageMaker puntos de enlace de Amazon.

Detalles de los permisos

Esta política administrada por AWS debe incluir los siguientes permisos.

• sagemaker— Permite a los directores crear y administrar SageMaker puntos finales con un 
nombre de recurso ARN que comience por «Canvas» o «canvas».

• cloudwatch— Permite a los directores recuperar los datos CloudWatch métricos de Amazon.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "SageMakerEndpointPerms", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateEndpoint", 
                "sagemaker:CreateEndpointConfig", 
                "sagemaker:DeleteEndpoint", 
                "sagemaker:DescribeEndpoint", 
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                "sagemaker:DescribeEndpointConfig", 
                "sagemaker:InvokeEndpoint", 
                "sagemaker:UpdateEndpoint" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:Canvas*", 
                "arn:aws:sagemaker:*:*:canvas*" 
            ] 
        }, 
        { 
            "Sid": "ReadCWInvocationMetrics", 
            "Effect": "Allow", 
            "Action": "cloudwatch:GetMetricData", 
            "Resource": "*" 
        } 
    ]
}

AWSpolítica gestionada: IA AmazonSageMakerCanvas ServicesAccess

Esta política otorga permisos a Amazon SageMaker Canvas para usar Amazon Textract, Amazon 
Rekognition, Amazon Comprehend y Amazon Bedrock.

Detalles de los permisos

Esta política administrada por AWS debe incluir los siguientes permisos.

• textract: permite a las entidades principales utilizar Amazon Textract para detectar documentos, 
gastos e identidades dentro de una imagen.

• rekognition: permite a las entidades principales utilizar Amazon Rekognition para detectar 
etiquetas y texto dentro de una imagen.

• comprehend: permite a las entidades principales utilizar Amazon Comprehend para detectar 
sentimientos y el lenguaje dominante, así como entidades con nombre e información de 
identificación personal (PII) en un documento de texto.

• bedrock: permite a las entidades principales utilizar Amazon Bedrock para enumerar e invocar 
modelos básicos.

• iam— Permite a los directores transferir una función de IAM a Amazon Bedrock.

{ 
    "Version": "2012-10-17", 
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    "Statement": [ 
        { 
            "Sid": "Textract", 
            "Effect": "Allow", 
            "Action": [ 
                "textract:AnalyzeDocument", 
                "textract:AnalyzeExpense", 
                "textract:AnalyzeID", 
                "textract:StartDocumentAnalysis", 
                "textract:StartExpenseAnalysis", 
                "textract:GetDocumentAnalysis", 
                "textract:GetExpenseAnalysis" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Rekognition", 
            "Effect": "Allow", 
            "Action": [ 
                "rekognition:DetectLabels", 
                "rekognition:DetectText" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Comprehend", 
            "Effect": "Allow", 
            "Action": [ 
                "comprehend:BatchDetectDominantLanguage", 
                "comprehend:BatchDetectEntities", 
                "comprehend:BatchDetectSentiment", 
                "comprehend:DetectPiiEntities", 
                "comprehend:DetectEntities", 
                "comprehend:DetectSentiment", 
                "comprehend:DetectDominantLanguage" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Bedrock", 
            "Effect": "Allow", 
            "Action": [ 
                "bedrock:InvokeModel", 
                "bedrock:ListFoundationModels", 
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                "bedrock:InvokeModelWithResponseStream" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "CreateBedrockResourcesPermission", 
            "Effect": "Allow", 
            "Action": [ 
                "bedrock:CreateModelCustomizationJob", 
                "bedrock:CreateProvisionedModelThroughput", 
                "bedrock:TagResource" 
            ], 
            "Resource": [ 
                "arn:aws:bedrock:*:*:model-customization-job/*", 
                "arn:aws:bedrock:*:*:custom-model/*", 
                "arn:aws:bedrock:*:*:provisioned-model/*" 
            ], 
            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:TagKeys": [ 
                        "SageMaker", 
                        "Canvas" 
                    ] 
                }, 
                "StringEquals": { 
                    "aws:RequestTag/SageMaker": "true", 
                    "aws:RequestTag/Canvas": "true", 
                    "aws:ResourceTag/SageMaker": "true", 
                    "aws:ResourceTag/Canvas": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "GetStopAndDeleteBedrockResourcesPermission", 
            "Effect": "Allow", 
            "Action": [ 
                "bedrock:GetModelCustomizationJob", 
                "bedrock:GetCustomModel", 
                "bedrock:GetProvisionedModelThroughput", 
                "bedrock:StopModelCustomizationJob", 
                "bedrock:DeleteProvisionedModelThroughput" 
            ], 
            "Resource": [ 
                "arn:aws:bedrock:*:*:model-customization-job/*", 
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                "arn:aws:bedrock:*:*:custom-model/*", 
                "arn:aws:bedrock:*:*:provisioned-model/*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/SageMaker": "true", 
                    "aws:ResourceTag/Canvas": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "FoundationModelPermission", 
            "Effect": "Allow", 
            "Action": [ 
                "bedrock:CreateModelCustomizationJob" 
            ], 
            "Resource": [ 
                "arn:aws:bedrock:*::foundation-model/*" 
            ] 
        }, 
        { 
            "Sid": "BedrockFineTuningPassRole", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": [ 
                "arn:aws:iam::*:role/*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "bedrock.amazonaws.com" 
                } 
            } 
        } 
    ]
}

AWSpolítica gestionada: AmazonSageMakerCanvasBedrockAccess

Esta política otorga los permisos que normalmente se necesitan para usar Amazon SageMaker 
Canvas con Amazon Bedrock.

Detalles de los permisos
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Esta política administrada por AWS debe incluir los siguientes permisos.

• s3— Permite a los directores añadir y recuperar objetos de los buckets de Amazon S3 en el 
directorio «Sagemaker-*/Canvas».

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "S3CanvasAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-*/Canvas", 
                "arn:aws:s3:::sagemaker-*/Canvas/*" 
            ] 
        }, 
        { 
            "Sid": "S3BucketAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-*" 
            ] 
        } 
    ]
}

AWSpolítica gestionada: AmazonSageMakerCanvasForecastAccess

Esta política concede los permisos que normalmente se necesitan para usar Amazon SageMaker 
Canvas con Amazon Forecast.

Detalles de los permisos

Esta política administrada por AWS debe incluir los siguientes permisos.
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• s3: permite a las entidades principales agregar y recuperar objetos de buckets de Amazon S3. 
Estos objetos se limitan a aquellos cuyo nombre comience por “sagemaker-”.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-*/Canvas", 
                "arn:aws:s3:::sagemaker-*/canvas" 
            ] 
        } 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-*" 
            ] 
        } 
    ]
}

Amazon SageMaker actualiza las políticas gestionadas de Amazon SageMaker Canvas

Vea los detalles sobre las actualizaciones de las políticas AWS administradas de SageMaker Canvas 
desde que este servicio comenzó a rastrear estos cambios.

Política Versión Cambio Date

AmazonSageMakerCan 
vasBedrockAccess: 
política nueva

1 Política inicial 2 de febrero de 2024

AWSPolíticas gestionadas para SageMaker 6198



Amazon SageMaker Guía para desarrolladores

Política Versión Cambio Date

AmazonSageMakerCan 
vasFullAccess: actualiza 
ción de una política 
existente

9 Se agregó el permiso
sagemaker:ListEndp 
oints .

24 de enero de 2024

AmazonSageMakerCan 
vasFullAccess - Actualiza 
ción de una política 
existente

8 Agregasagemaker 
:UpdateEn 
dpointWei 
ghtsAndCa 
pacities ,sagemaker 
:Describe 
EndpointC 
onfig ,sagemaker 
:InvokeEn 
dpointAsy 
nc ,athena:Li 
stDataCat 
alogs ,athena:Ge 
tQueryExecution ,
athena:GetQueryRes 
ults athena:St 
artQueryE 
xecution ,athena:St 
opQueryEx 
ecution ,athena:Li 
stDatabas 
es ,cloudwatc 
h:Describ 
eAlarms ,cloudwatc 
h:PutMetr 
icAlarm ,cloudwatc 
h:DeleteAlarms , y
iam:CreateServiceL 
inkedRole  permisos.

8 de diciembre de 2023
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Política Versión Cambio Date

AmazonSageMakerCan 
vasDataPrepFullAccess: 
actualización de una 
política existente

2 Pequeña actualización 
para hacer cumplir los 
propósitos de la política 
anterior, versión 1; no se 
agregaron ni eliminaron 
permisos.

7 de diciembre de 2023
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Política Versión Cambio Date

AmazonSageMakerCan 
vasIA ServicesAccess: 
actualización de una 
política existente

3 Agregabedrock:I 
nvokeMode 
lWithResp 
onseStrea 
m ,bedrock:G 
etModelCu 
stomizati 
onJob ,bedrock:S 
topModelC 
ustomizat 
ionJob ,bedrock:G 
etCustomModel ,
bedrock:GetProvisi 
onedModel 
Throughpu 
t bedrock:D 
eleteProv 
isionedMo 
delThroug 
hput ,bedrock:T 
agResource ,
bedrock:CreateMode 
lCustomiz 
ationJob bedrock:C 
reateProv 
isionedMo 
delThroughput , 
y iam:PassRole
permisos.

29 de noviembre de 2023

AmazonSageMakerCan 
vasDataPrepFullAccess: 
nueva política

1 Política inicial 26 de octubre de 2023
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Política Versión Cambio Date

AmazonSageMakerCan 
vasDirectDeployAccess: 
política nueva

1 Política inicial 6 de octubre de 2023

AmazonSageMakerCan 
vasFullAccess - Actualiza 
ción a una política 
existente

7 Se agregaron los 
permisos sagemaker 
:DeleteEn 
dpointConfig ,
sagemaker:DeleteMo 
del  y sagemaker 
:InvokeEn 
dpoint . Añada 
también s3:GetObj 
ect  permisos para 
SageMaker JumpStart 
recursos en regiones 
específicas.

29 de septiembre 
de 2023

AmazonSageMakerCan 
vasAIServicesAccess : 
actualización de una 
política existente

2 Se agregaron los 
permisos bedrock:I 
nvokeModel  y
bedrock:ListFounda 
tionModels .

29 de septiembre 
de 2023

AmazonSageMakerCan 
vasFullAccess - Actualiza 
ción de una política 
existente

6 Se agregó el permiso
rds:DescribeDBInst 
ances .

29 de agosto de 2023
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Política Versión Cambio Date

AmazonSageMakerCan 
vasFullAccess - Actualiza 
ción a una política 
existente

5 Se agregaron los 
permisos applicati 
on-autosc 
aling:Put 
ScalingPolicy
y application-
autoscaling:Reg 
isterScal 
ableTarget .

24 de julio de 2023

AmazonSageMakerCan 
vasFullAccess - Actualiza 
ción a una política 
existente

4 Se agregaron los 
permisos sagemaker 
:CreateMo 
delPackage ,
sagemaker:CreateMo 
delPackageGroup ,
sagemaker:Describe 
ModelPackage ,
sagemaker:Describe 
ModelPack 
ageGroup , sagemaker 
:ListMode 
lPackages  y
sagemaker:ListMode 
lPackageGroups .

4 de mayo de 2023

AmazonSageMakerCan 
vasFullAccess - Actualiza 
ción a una política 
existente

3 Se agregaron los 
permisos sagemaker 
:CreateAu 
toMLJobV2 ,
sagemaker:Describe 
AutoMLJobV2  y
glue:SearchTables .

24 de marzo de 2023
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Política Versión Cambio Date

AmazonSageMakerCan 
vasIAServicesAccess : 
nueva política

1 Política inicial 23 de marzo de 2023

AmazonSageMakerCan 
vasFullAccess - Actualiza 
ción de una política 
existente

2 Se agregó el permiso
forecast:DeleteRes 
ourceTree .

6 de diciembre de 2022

AmazonSageMakerCan 
vasFullAccess - Nueva 
política

1 Política inicial 8 de septiembre de 2022

AmazonSageMakerCan 
vasForecastAccess: 
política nueva

1 Política inicial 24 de agosto de 2022

AWSpolíticas gestionadas para Amazon SageMaker Cluster

Estas políticas AWS administradas añaden los permisos necesarios para usar SageMaker Cluster. 
Las políticas están disponibles en su AWS cuenta y las utilizan los roles de ejecución creados desde 
la SageMaker consola.

Temas

• AWSpolítica gestionada: AmazonSageMakerClusterInstanceRolePolicy

• Amazon SageMaker actualiza las políticas gestionadas por Amazon SageMaker Cluster

AWSpolítica gestionada: AmazonSageMakerClusterInstanceRolePolicy

Esta política concede los permisos que normalmente se necesitan para usar Amazon SageMaker 
Cluster.

Detalles de los permisos

Esta política administrada por AWS debe incluir los siguientes permisos.
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• cloudwatch— Permite a los directores publicar CloudWatch métricas de Amazon.

• logs— Permite a los directores publicar secuencias de CloudWatch registros.

• s3— Permite a los directores enumerar y recuperar archivos de scripts del ciclo de vida de un 
bucket de Amazon S3 de su cuenta. Estos depósitos están limitados a aquellos cuyo nombre 
comience por «sagemaker-».

• ssmmessages— Permite a los directores abrir una conexión a. AWS Systems Manager

{ 
  "Version" : "2012-10-17", 
  "Statement" : [ 
    { 
      "Sid" : "CloudwatchLogStreamPublishPermissions", 
      "Effect" : "Allow", 
      "Action" : [ 
        "logs:PutLogEvents", 
        "logs:CreateLogStream", 
        "logs:DescribeLogStreams" 
      ], 
      "Resource" : [ 
        "arn:aws:logs:*:*:log-group:/aws/sagemaker/Clusters/*:log-stream:*" 
      ] 
    }, 
    { 
      "Sid" : "CloudwatchLogGroupCreationPermissions", 
      "Effect" : "Allow", 
      "Action" : [ 
        "logs:CreateLogGroup" 
      ], 
      "Resource" : [ 
        "arn:aws:logs:*:*:log-group:/aws/sagemaker/Clusters/*" 
      ] 
    }, 
    { 
      "Sid" : "CloudwatchPutMetricDataAccess", 
      "Effect" : "Allow", 
      "Action" : [ 
        "cloudwatch:PutMetricData" 
      ], 
      "Resource" : [ 
        "*" 
      ], 
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      "Condition" : { 
        "StringEquals" : { 
          "cloudwatch:namespace" : "/aws/sagemaker/Clusters" 
        } 
      } 
    }, 
    { 
      "Sid" : "DataRetrievalFromS3BucketPermissions", 
      "Effect" : "Allow", 
      "Action" : [ 
        "s3:ListBucket", 
        "s3:GetObject" 
      ], 
      "Resource" : [ 
        "arn:aws:s3:::sagemaker-*" 
      ], 
      "Condition" : { 
        "StringEquals" : { 
          "aws:ResourceAccount" : "${aws:PrincipalAccount}" 
        } 
      } 
    }, 
    { 
      "Sid" : "SSMConnectivityPermissions", 
      "Effect" : "Allow", 
      "Action" : [ 
        "ssmmessages:CreateControlChannel", 
        "ssmmessages:CreateDataChannel", 
        "ssmmessages:OpenControlChannel", 
        "ssmmessages:OpenDataChannel" 
      ], 
      "Resource" : "*" 
    } 
  ]
}

Amazon SageMaker actualiza las políticas gestionadas por Amazon SageMaker Cluster

Consulta los detalles sobre las actualizaciones de las políticas AWS gestionadas para SageMaker 
Cluster desde que este servicio comenzó a realizar el seguimiento de estos cambios. Para recibir 
alertas automáticas sobre los cambios en esta página, suscríbase a la fuente RSS de la página del 
historial del SageMaker documento.
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Política Versión Cambio Date

AmazonSageMakerClu 
sterInstanceRolePolicy: 
política nueva

1 Política inicial 29 de noviembre de 2023

AWSpolíticas gestionadas para Amazon SageMaker Feature Store

Estas políticas administradas por AWS agregan los permisos necesarios para utilizar el almacén de 
características. Las políticas están disponibles en tu AWS cuenta y las utilizan los roles de ejecución 
creados desde la SageMaker consola.

Temas

• AWSpolítica gestionada: AmazonSageMakerFeatureStoreAccess

• Amazon SageMaker actualiza las políticas gestionadas SageMaker de Amazon Feature Store

AWSpolítica gestionada: AmazonSageMakerFeatureStoreAccess

Esta política concede los permisos necesarios para habilitar la tienda offline para un grupo de 
funciones de Amazon SageMaker Feature Store.

Detalles de los permisos

Esta política administrada por AWS debe incluir los siguientes permisos.

• s3: permite a las entidades principales escribir datos en un bucket de Amazon S3 de un 
almacenamiento sin conexión. Estos grupos están limitados a aquellos cuyo nombre incluya 
SageMaker «, «Sagemaker» o «sagemaker».

• s3: permite a las entidades principales leer los archivos de manifiesto existentes que se 
encuentran en la carpeta metadata de un bucket de S3 de un almacenamiento sin conexión.

• glue: permite a las entidades principales leer y actualizar las tablas de AWS Glue. Estos permisos 
se limitan a las tablas de la carpeta sagemaker_featurestore.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
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        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject", 
                "s3:GetBucketAcl", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*/metadata/*", 
                "arn:aws:s3:::*Sagemaker*/metadata/*", 
                "arn:aws:s3:::*sagemaker*/metadata/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "glue:GetTable", 
                "glue:UpdateTable" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/sagemaker_featurestore", 
                "arn:aws:glue:*:*:table/sagemaker_featurestore/*" 
            ] 
        } 
    ]
}

Amazon SageMaker actualiza las políticas gestionadas SageMaker de Amazon Feature Store

Vea los detalles de las actualizaciones de las políticas administradas por AWS para el almacén 
de características desde que este servicio comenzó a realizar el seguimiento de estos cambios. 
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Para recibir alertas automáticas sobre los cambios en esta página, suscríbase a la fuente RSS de la
página del historial de SageMaker documentos.

Política Versión Cambio Date

AmazonSageMakerFea 
tureStoreAccess: 
actualización de una 
política existente

3 Se agregaron los 
permisos s3:GetObj 
ect , glue:GetTable
y glue:UpdateTable .

5 de diciembre de 2022

AmazonSageMakerFea 
tureStoreAccess - 
Actualización a una 
política existente

2 Se agregó el permiso
s3:PutObjectAcl .

23 de febrero de 2021

AmazonSageMakerFea 
tureStoreAccess - Nueva 
política

1 Política inicial 1 de diciembre de 2020

AWSpolíticas gestionadas para Amazon SageMaker geospatial

Estas políticas AWS gestionadas añaden los permisos necesarios para utilizar la tecnología 
SageMaker geoespacial. Las políticas están disponibles en su AWS cuenta y las utilizan los roles de 
ejecución creados desde la SageMaker consola.

Temas

• AWSpolítica gestionada: AmazonSageMakerGeospatialFullAccess

• AWSpolítica gestionada: AmazonSageMakerGeospatialExecutionRole

• Amazon SageMaker actualiza las políticas gestionadas SageMaker geoespaciales de Amazon

AWSpolítica gestionada: AmazonSageMakerGeospatialFullAccess

Esta política concede permisos que permiten el acceso total a Amazon SageMaker Geospatial a 
través del AWS Management Console SDK.

Detalles de los permisos

Esta política administrada por AWS debe incluir los siguientes permisos.
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• sagemaker-geospatial— Permite a los directores el acceso total a todos los recursos 
SageMaker geoespaciales.

• iam— Permite a los directores transferir una función de IAM a la tecnología geoespacial. 
SageMaker

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker-geospatial:*", 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": ["iam:PassRole"], 
      "Resource": "arn:aws:iam::*:role/*", 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": [ 
            "sagemaker-geospatial.amazonaws.com" 
           ] 
        } 
      } 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerGeospatialExecutionRole

Esta política otorga los permisos que normalmente se necesitan para usar la tecnología SageMaker 
geoespacial.

Detalles de los permisos

Esta política administrada por AWS debe incluir los siguientes permisos.

• s3: permite a las entidades principales agregar y recuperar objetos de buckets de Amazon 
S3. Estos objetos se limitan a aquellos cuyo nombre contenga "SageMaker«, «Sagemaker» o 
«sagemaker».

AWSPolíticas gestionadas para SageMaker 6210



Amazon SageMaker Guía para desarrolladores

• sagemaker-geospatial: permite a las entidades principales acceder a los trabajos de 
observación de la Tierra a través de la API GetEarthObservationJob.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
          "s3:AbortMultipartUpload", 
          "s3:PutObject", 
          "s3:GetObject", 
          "s3:ListBucketMultipartUploads" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*SageMaker*", 
        "arn:aws:s3:::*Sagemaker*", 
        "arn:aws:s3:::*sagemaker*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker-geospatial:GetEarthObservationJob", 
      "Resource": "arn:aws:sagemaker-geospatial:*:*:earth-observation-job/*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker-geospatial:GetRasterDataCollection", 
      "Resource": "arn:aws:sagemaker-geospatial:*:*:raster-data-collection/*" 
    } 
  ]
}

Amazon SageMaker actualiza las políticas gestionadas SageMaker geoespaciales de Amazon

Consulte los detalles sobre las actualizaciones de las políticas AWS gestionadas para el sector 
SageMaker geoespacial desde que este servicio comenzó a realizar el seguimiento de estos 
cambios.
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Política Versión Cambio Date

AmazonSageMakerGeo 
spatialExecutionRole: 
política actualizada

2 Se agregó el permiso
sagemaker-
geospatial:GetRas 
terDataCo 
llection .

10 de mayo de 2023

AmazonSageMakerGeo 
spatialFullAccess: política 
nueva

1 Política inicial 30 de noviembre de 2022

AmazonSageMakerGeo 
spatialExecutionRole - 
Nueva política

1 Política inicial 30 de noviembre de 2022

AWSPolíticas gestionadas para Amazon SageMaker Ground Truth

Estas políticas AWS gestionadas añaden los permisos necesarios para usar SageMaker Ground 
Truth. Las políticas están disponibles en tu AWS cuenta y las utilizan los roles de ejecución creados 
desde la SageMaker consola.

Temas

• AWSpolítica gestionada: AmazonSageMakerGroundTruthExecution

• AWSpolítica gestionada: GroundTruthSyntheticConsoleFullAccess

• AWSpolítica gestionada: GroundTruthSyntheticConsoleReadOnlyAccess

• Amazon SageMaker actualiza las políticas gestionadas de SageMaker Ground Truth

AWSpolítica gestionada: AmazonSageMakerGroundTruthExecution

Esta política AWS gestionada otorga los permisos que normalmente se necesitan para usar 
SageMaker Ground Truth.

Detalles de los permisos

Esta política incluye los siguientes permisos.
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• lambda— Permite a los directores invocar funciones Lambda cuyo nombre incluya 
«sagemaker» (que no distingue entre mayúsculas y minúsculas), «» o "». GtRecipe 
LabelingFunction

• s3: permite a las entidades principales agregar y recuperar objetos de buckets de Amazon S3. 
Estos objetos se limitan a aquellos cuyo nombre, que no distingue entre mayúsculas y minúsculas, 
contenga «groundtruth» o «sagemaker», o que estén etiquetados con «». SageMaker

• cloudwatch— Permite a los directores publicar métricas. CloudWatch

• logs: permite a las entidades principales crear y acceder a flujos de registro y publicar eventos de 
registro.

• sqs: permite a las entidades principales crear colas de Amazon SQS y enviar y recibir mensajes 
de Amazon SQS. Estos permisos se limitan a las colas cuyo nombre incluya «»GroundTruth.

• sns: permite a las entidades principales suscribirse y publicar mensajes en temas de Amazon SNS 
cuyo nombre, sin distinción entre mayúsculas y minúsculas, contenga “groundtruth” o “sagemaker”.

• ec2— Permite a los directores crear, describir y eliminar puntos de enlace de Amazon VPC 
cuyo nombre de servicio de punto de enlace de VPC sagemaker-task-resources contenga «» o 
«etiquetado».

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "CustomLabelingJobs", 
            "Effect": "Allow", 
            "Action": [ 
                "lambda:InvokeFunction" 
            ], 
            "Resource": [ 
                "arn:aws:lambda:*:*:function:*GtRecipe*", 
                "arn:aws:lambda:*:*:function:*LabelingFunction*", 
                "arn:aws:lambda:*:*:function:*SageMaker*", 
                "arn:aws:lambda:*:*:function:*sagemaker*", 
                "arn:aws:lambda:*:*:function:*Sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
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                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*GroundTruth*", 
                "arn:aws:s3:::*Groundtruth*", 
                "arn:aws:s3:::*groundtruth*", 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetBucketLocation", 
                "s3:ListBucket" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "CloudWatch", 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "*" 
        }, 
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        { 
            "Sid": "StreamingQueue", 
            "Effect": "Allow", 
            "Action": [ 
                "sqs:CreateQueue", 
                "sqs:DeleteMessage", 
                "sqs:GetQueueAttributes", 
                "sqs:GetQueueUrl", 
                "sqs:ReceiveMessage", 
                "sqs:SendMessage", 
                "sqs:SetQueueAttributes" 
            ], 
            "Resource": "arn:aws:sqs:*:*:*GroundTruth*" 
        }, 
        { 
            "Sid": "StreamingTopicSubscribe", 
            "Effect": "Allow", 
            "Action": "sns:Subscribe", 
            "Resource": [ 
                "arn:aws:sns:*:*:*GroundTruth*", 
                "arn:aws:sns:*:*:*Groundtruth*", 
                "arn:aws:sns:*:*:*groundTruth*", 
                "arn:aws:sns:*:*:*groundtruth*", 
                "arn:aws:sns:*:*:*SageMaker*", 
                "arn:aws:sns:*:*:*Sagemaker*", 
                "arn:aws:sns:*:*:*sageMaker*", 
                "arn:aws:sns:*:*:*sagemaker*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "sns:Protocol": "sqs" 
                }, 
                "StringLike": { 
                    "sns:Endpoint": "arn:aws:sqs:*:*:*GroundTruth*" 
                } 
            } 
        }, 
        { 
            "Sid": "StreamingTopic", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Publish" 
            ], 
            "Resource": [ 
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                "arn:aws:sns:*:*:*GroundTruth*", 
                "arn:aws:sns:*:*:*Groundtruth*", 
                "arn:aws:sns:*:*:*groundTruth*", 
                "arn:aws:sns:*:*:*groundtruth*", 
                "arn:aws:sns:*:*:*SageMaker*", 
                "arn:aws:sns:*:*:*Sagemaker*", 
                "arn:aws:sns:*:*:*sageMaker*", 
                "arn:aws:sns:*:*:*sagemaker*" 
            ] 
        }, 
        { 
            "Sid": "StreamingTopicUnsubscribe", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Unsubscribe" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "WorkforceVPC", 
            "Effect": "Allow", 
            "Action": [ 
                "ec2:CreateVpcEndpoint", 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DeleteVpcEndpoints" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringLikeIfExists": { 
                    "ec2:VpceServiceName": [ 
                        "*sagemaker-task-resources*", 
                        "aws.sagemaker*labeling*" 
                    ] 
                } 
            } 
        } 
    ]
}

AWSpolítica gestionada: GroundTruthSyntheticConsoleFullAccess

Esta política AWS gestionada concede los permisos necesarios para utilizar la mayoría de las 
funciones de la consola de datos sintéticos SageMaker Ground Truth. La política está disponible 
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en su cuenta de AWS. Para poder utilizar todas las funciones de la consola, los usuarios deben 
añadir los permisos «s3:GetObject» para permitir que la consola de datos sintéticos SageMaker 
Ground Truth muestre los datos de sus cubos S3. Esto se puede hacer adjuntando la política 
ReadOnlyAccess gestionada de AmazonS3 a su función o añadiendo «s3:GetObject» para recursos 
de S3 específicos a su función.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• s3: permite recuperar objetos de los buckets de Amazon S3 para mostrar los datos en la consola.

• sagemaker-groundtruth-synthetic— Permite que la consola llame a las API de datos 
sintéticos de SageMaker Ground Truth.

           { 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker-groundtruth-synthetic:*", 
                "s3:ListBucket" 
            ], 
            "Resource": "*" 
        } 
    ]
}  
         

AWSpolítica gestionada: GroundTruthSyntheticConsoleReadOnlyAccess

Esta política AWS gestionada otorga acceso de solo lectura a los datos sintéticos de SageMaker 
Ground Truth a través del. AWS Management Console Para poder utilizar todas las funciones de 
la consola, los usuarios deben añadir los permisos «s3:GetObject» para permitir que la consola 
de datos sintéticos SageMaker Ground Truth muestre los datos de sus cubos S3. Esto se puede 
hacer adjuntando la política ReadOnlyAccess gestionada de AmazonS3 a su función o añadiendo 
«s3:GetObject» para recursos de S3 específicos a su función.

Detalles de los permisos
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Esta política incluye los siguientes permisos.

• s3: permite recuperar objetos de los buckets de Amazon S3 para mostrar los datos en la consola.

• sagemaker-groundtruth-synthetic— Permite que la consola llame a las ReadOnly API de 
datos sintéticos de SageMaker Ground Truth.

           { 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker-groundtruth-synthetic:List*", 
                "sagemaker-groundtruth-synthetic:Get*", 
                "s3:ListBucket" 
            ], 
            "Resource": "*" 
        } 
    ]
}         

Amazon SageMaker actualiza las políticas gestionadas de SageMaker Ground Truth

Consulta los detalles sobre las actualizaciones de las políticas AWS gestionadas de Amazon 
SageMaker Ground Truth desde que este servicio comenzó a rastrear estos cambios.

Política Versión Cambio Date

GroundTruthSynthet 
icConsoleFullAccess: 
política nueva

1 Política inicial 25 de agosto de 2022

GroundTruthSynthet 
icConsoleReadOnlyA 
ccess: política nueva

1 Política inicial 25 de agosto de 2022

AmazonSageMakerGro 
undTruthExecution: 

3 Se agregaron los 
permisos ec2:Creat 
eVpcEndpoint ,

29 de abril de 2022
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Política Versión Cambio Date

actualización de una 
política existente

ec2:DescribeVpcEnd 
points  y ec2:Delet 
eVpcEndpoints .

AmazonSageMakerGro 
undTruthExecution - 
Actualización de una 
política existente

2 Se eliminó el permiso
sqs:SendMessageBat 
ch .

11 de abril de 2022

AmazonSageMakerGro 
undTruthExecution - 
Nueva política

1 Política inicial 20 de julio de 2020

AWSPolíticas gestionadas para una gobernanza SageMaker modelo

Esta política AWS administrada agrega los permisos necesarios para usar SageMaker Model 
Governance. La política está disponible en su AWS cuenta y la utilizan los roles de ejecución creados 
desde la SageMaker consola.

Temas

• AWSpolítica gestionada: AmazonSageMakerModelGovernanceUseAccess

• Amazon SageMaker actualiza las políticas gestionadas de SageMaker Model Governance

AWSpolítica gestionada: AmazonSageMakerModelGovernanceUseAccess

Esta política AWS gestionada concede los permisos necesarios para utilizar todas las funciones de 
Amazon SageMaker Governance. La política está disponible en su cuenta de AWS.

Esta política incluye los siguientes permisos.

• s3: recupere objetos de buckets de Amazon S3. Los objetos recuperables se limitan a aquellos 
cuyo nombre, sin distinción entre mayúsculas y minúsculas, contenga la cadena "sagemaker".

• kms: enumere las claves de AWS KMS que se van a utilizar para el cifrado de contenido.

{ 
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    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:ListMonitoringAlerts", 
                "sagemaker:ListMonitoringExecutions", 
                "sagemaker:UpdateMonitoringAlert", 
                "sagemaker:StartMonitoringSchedule", 
                "sagemaker:StopMonitoringSchedule", 
                "sagemaker:ListMonitoringAlertHistory", 
                "sagemaker:DescribeModelPackage", 
                "sagemaker:DescribeModelPackageGroup", 
                "sagemaker:CreateModelCard", 
                "sagemaker:DescribeModelCard", 
                "sagemaker:UpdateModelCard", 
                "sagemaker:DeleteModelCard", 
                "sagemaker:ListModelCards", 
                "sagemaker:ListModelCardVersions", 
                "sagemaker:CreateModelCardExportJob", 
                "sagemaker:DescribeModelCardExportJob", 
                "sagemaker:ListModelCardExportJobs" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:ListTrainingJobs", 
                "sagemaker:DescribeTrainingJob", 
                "sagemaker:ListModels", 
                "sagemaker:DescribeModel", 
                "sagemaker:Search",      
                "sagemaker:AddTags", 
                "sagemaker:DeleteTags", 
                "sagemaker:ListTags" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "kms:ListAliases" 
            ], 
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            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:CreateBucket", 
                "s3:GetBucketLocation", 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Amazon SageMaker actualiza las políticas gestionadas de SageMaker Model Governance

Consulte los detalles sobre las actualizaciones de las políticas AWS administradas para SageMaker 
Model Governance desde que este servicio comenzó a rastrear estos cambios. Para recibir alertas 
automáticas sobre los cambios en esta página, suscríbase a la fuente RSS de la página del historial 
del SageMaker documento.

Política Versión Cambio Date

AmazonSageMakerMod 
elGovernanceUseAcc 
ess: actualización de una 
política existente

2 Se agregaron los 
permisos sagemaker 
:Describe 
ModelPackage  y

17 de julio de 2023
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Política Versión Cambio Date

DescribeModelPacka 
geGroup .

AmazonSageMakerMod 
elGovernanceUseAccess 
- Nueva política

1 Política inicial 30 de noviembre de 2022

Políticas administradas por AWS para el registro de modelos

Estas políticas administradas por AWS agregan los permisos necesarios para utilizar el registro 
de modelos. Las políticas están disponibles en tu AWS cuenta y las utilizan los roles de ejecución 
creados desde la SageMaker consola de Amazon.

Temas

• AWSpolítica gestionada: AmazonSageMakerModelRegistryFullAccess

• Amazon SageMaker actualiza las políticas gestionadas por Model Registry

AWSpolítica gestionada: AmazonSageMakerModelRegistryFullAccess

Esta política AWS gestionada concede los permisos necesarios para utilizar todas las funciones de 
Model Registry dentro de un SageMaker dominio de Amazon. Esta política se asocia a un rol de 
ejecución al configurar los ajustes del registro de modelos para habilitar los permisos del registro de 
modelos.

Esta política incluye los siguientes permisos.

• ecr: permite a las entidades principales recuperar información, incluidos metadatos, sobre 
imágenes de Amazon Elastic Container Registry (Amazon ECR).

• iam— Permite a los directores transferir la función de ejecución al SageMaker servicio de Amazon.

• resource-groups: permite a las entidades principales crear, enumerar, etiquetar y eliminar AWS 
Resource Groups.

• s3: permite a las entidades principales recuperar objetos de los buckets de Amazon Simple 
Storage Service (Amazon S3) en los que se almacenan las versiones del modelo. Los objetos 
recuperables se limitan a aquellos cuyo nombre, sin distinción entre mayúsculas y minúsculas, 
contenga la cadena "sagemaker".
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• sagemaker— Permite a los directores catalogar, gestionar e implementar modelos mediante el 
registro de SageMaker modelos.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeInferenceRecommendationsJob", 
        "sagemaker:DescribeModelPackage", 
        "sagemaker:DescribeModelPackageGroup", 
        "sagemaker:DescribePipeline", 
        "sagemaker:DescribePipelineExecution", 
        "sagemaker:ListAssociations", 
        "sagemaker:ListArtifacts", 
        "sagemaker:ListModelMetadata", 
        "sagemaker:ListModelPackages", 
        "sagemaker:Search", 
        "sagemaker:GetSearchSuggestions" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags", 
        "sagemaker:CreateModel", 
        "sagemaker:CreateModelPackage", 
        "sagemaker:CreateModelPackageGroup", 
        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateInferenceRecommendationsJob", 
        "sagemaker:DeleteModelPackage", 
        "sagemaker:DeleteModelPackageGroup", 
        "sagemaker:DeleteTags", 
        "sagemaker:UpdateModelPackage" 
      ], 
      "Resource": "*" 
    }, 
    { 
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      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*SageMaker*", 
        "arn:aws:s3:::*Sagemaker*", 
        "arn:aws:s3:::*sagemaker*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:ListBucket", 
        "s3:ListAllMyBuckets" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:BatchGetImage", 
        "ecr:DescribeImages" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": "arn:aws:iam::*:role/*", 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": "sagemaker.amazonaws.com" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "tag:GetResources" 
      ], 
      "Resource": "*" 
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    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "resource-groups:GetGroupQuery" 
      ], 
      "Resource": "arn:aws:resource-groups:*:*:group/*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "resource-groups:ListGroupResources" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "resource-groups:CreateGroup", 
        "resource-groups:Tag" 
      ], 
      "Resource": "arn:aws:resource-groups:*:*:group/*", 
      "Condition": { 
        "ForAnyValue:StringEquals": { 
          "aws:TagKeys": "sagemaker:collection" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "resource-groups:DeleteGroup", 
      "Resource": "arn:aws:resource-groups:*:*:group/*", 
      "Condition": { 
        "StringEquals": { 
          "aws:ResourceTag/sagemaker:collection": "true" 
        } 
      } 
    } 
  ]
}
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Amazon SageMaker actualiza las políticas gestionadas por Model Registry

Vea los detalles de las actualizaciones de las políticas administradas por AWS para el registro de 
modelos desde que este servicio comenzó a hacer el seguimiento de estos cambios. Para recibir 
alertas automáticas sobre los cambios en esta página, suscríbase a la fuente RSS de la página del 
historial del SageMaker documento.

Política Versión Cambio Date

AmazonSageMakerMod 
elRegistryFullAccess: 
política nueva

1 Política inicial 12 de abril de 2023

AWSPolíticas administradas para SageMaker cuadernos

Estas políticas AWS administradas añaden los permisos necesarios para usar los SageMaker 
cuadernos. Las políticas están disponibles en su AWS cuenta y las utilizan los roles de ejecución 
creados desde la SageMaker consola.

Temas

• AWSpolítica gestionada: AmazonSageMakerNotebooksServiceRolePolicy

• Amazon SageMaker actualiza las políticas gestionadas de SageMaker Notebooks

AWSpolítica gestionada: AmazonSageMakerNotebooksServiceRolePolicy

Esta política AWS gestionada concede los permisos que normalmente se necesitan para usar 
Amazon SageMaker Notebooks. La política se añade a la AmazonSageMaker-ExecutionRole
que se crea cuando te incorporas a Amazon SageMaker Studio Classic. Para obtener más 
información sobre los roles vinculados a servicios, consulte Roles vinculados a servicios.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• elasticfilesystem: permite a las entidades principales crear y eliminar sistemas de archivos, 
puntos de acceso y destinos de montaje de Amazon Elastic File System (EFS). Se limitan a 
las etiquetadas con la clave ManagedByAmazonSageMakerResource. Permite a las entidades 
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principales describir todos los sistemas de archivos, puntos de acceso y destinos de montaje de 
EFS. Permite a las entidades principales crear o sobrescribir etiquetas para los puntos de acceso 
de EFS y objetivos de montaje.

• ec2: permite a las entidades principales crear interfaces de red y grupos de seguridad para 
instancias de Amazon Elastic Compute Cloud (EC2). También permite a las entidades principales 
crear y sobrescribir etiquetas para estos recursos.

• sso: permite a las entidades principales agregar y eliminar instancias de aplicaciones 
administradas a AWS IAM Identity Center.

• sagemaker— Permite a los directores crear y leer perfiles SageMaker de usuario.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": "elasticfilesystem:CreateAccessPoint", 
            "Resource": "arn:aws:elasticfilesystem:*:*:file-system/*", 
            "Condition": { 
                "StringLike": { 
                    "aws:ResourceTag/ManagedByAmazonSageMakerResource": "*", 
                    "aws:RequestTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "elasticfilesystem:DeleteAccessPoint" 
            ], 
            "Resource": "arn:aws:elasticfilesystem:*:*:access-point/*", 
            "Condition": { 
                "StringLike": { 
                    "aws:ResourceTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "elasticfilesystem:CreateFileSystem", 
            "Resource": "*", 
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            "Condition": { 
                "StringLike": { 
                    "aws:RequestTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "elasticfilesystem:CreateMountTarget", 
                "elasticfilesystem:DeleteFileSystem", 
                "elasticfilesystem:DeleteMountTarget" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringLike": { 
                    "aws:ResourceTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "elasticfilesystem:DescribeAccessPoints", 
                "elasticfilesystem:DescribeFileSystems", 
                "elasticfilesystem:DescribeMountTargets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "elasticfilesystem:TagResource", 
            "Resource": [ 
                "arn:aws:elasticfilesystem:*:*:access-point/*", 
                "arn:aws:elasticfilesystem:*:*:file-system/*" 
            ], 
            "Condition": { 
                "StringLike": { 
                    "aws:ResourceTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
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            "Action": "ec2:CreateTags", 
            "Resource": [ 
                "arn:aws:ec2:*:*:network-interface/*", 
                "arn:aws:ec2:*:*:security-group/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ec2:CreateNetworkInterface", 
                "ec2:CreateSecurityGroup", 
                "ec2:DeleteNetworkInterface", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeVpcs", 
                "ec2:ModifyNetworkInterfaceAttribute" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ec2:AuthorizeSecurityGroupEgress", 
                "ec2:AuthorizeSecurityGroupIngress", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DeleteSecurityGroup", 
                "ec2:RevokeSecurityGroupEgress", 
                "ec2:RevokeSecurityGroupIngress" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringLike": { 
                    "ec2:ResourceTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sso:CreateManagedApplicationInstance", 
                "sso:DeleteManagedApplicationInstance", 
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                "sso:GetManagedApplicationInstance" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateUserProfile", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Amazon SageMaker actualiza las políticas gestionadas de SageMaker Notebooks

Consulta los detalles sobre las actualizaciones de las políticas AWS gestionadas de Amazon 
SageMaker desde que este servicio comenzó a realizar el seguimiento de estos cambios.

Política Versión Cambio Date

AmazonSageMakerNot 
ebooksServiceRolePolicy

7 Se agregó el 
permiso elasticfi 
lesystem: 
TagResource .

9 de marzo de 2023

AmazonSageMakerNot 
ebooksServiceRolePolicy

6 Se agregaron permisos 
para elasticfi 
lesystem: 
CreateAcc 
essPoint , elasticfi 
lesystem: 
DeleteAcc 
essPoint  y
elasticfilesystem: 
DescribeA 
ccessPoints .

12 de enero de 2023
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Política Versión Cambio Date

    SageMaker comenzó a 
realizar un seguimiento 
de los cambios de sus 
políticas AWS gestionad 
as.

1 de junio de 2021

AWSPolíticas gestionadas para SageMaker oleoductos

Estas políticas AWS gestionadas añaden los permisos necesarios para usar SageMaker Pipelines. 
Las políticas están disponibles en tu AWS cuenta y las utilizan los roles de ejecución creados desde 
la SageMaker consola.

Temas

• AWSpolítica gestionada: AmazonSageMakerPipelinesIntegrations

• Amazon SageMaker actualiza las políticas gestionadas por SageMaker Pipelines

AWSpolítica gestionada: AmazonSageMakerPipelinesIntegrations

Esta política AWS gestionada concede los permisos que normalmente se necesitan para 
usar los pasos de Callback y Lambda en SageMaker Pipelines. La política se añade a la
AmazonSageMaker-ExecutionRole que se crea cuando te incorporas a Amazon SageMaker 
Studio Classic. La política se puede asociar a cualquier otro rol usado para crear o ejecutar una 
canalización.

Esta política otorga los permisos correspondientes a AWS Lambda, Amazon Simple Queue Service 
(Amazon SQS), EventBridge Amazon e IAM necesarios para crear canalizaciones que invoquen 
funciones de Lambda o incluyan pasos de devolución de llamada, que se pueden utilizar para pasos 
de aprobación manual o para ejecutar cargas de trabajo personalizadas.

Los permisos de Amazon SQS le permiten crear la cola de Amazon SQS necesaria para recibir 
mensajes de devolución de llamada y también enviar mensajes a esa cola.

Los permisos de Lambda le permiten crear, leer, actualizar y eliminar las funciones de Lambda 
utilizadas en los pasos de la canalización, y también invocar esas funciones de Lambda.
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Esta política otorga los permisos de Amazon EMR necesarios para ejecutar un paso de Amazon 
EMR de las canalizaciones.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• elasticmapreduce: lee, agrega y cancela los pasos de un clúster de Amazon EMR en 
ejecución. Lee, crea y finaliza un nuevo clúster de Amazon EMR.

• events— Lea, cree, actualice y añada objetivos a una regla denominada y. 
EventBridge SageMakerPipelineExecutionEMRStepStatusUpdateRule
SageMakerPipelineExecutionEMRClusterStatusUpdateRule

• iam: transfiere un rol de IAM al servicio AWS Lambda, Amazon EMR y Amazon EC2.

• lambda: crea, lee, actualiza, elimina e invoca funciones de Lambda. Estos permisos se limitan a 
las funciones cuyo nombre incluya “sagemaker”.

• sqs: crea una cola de Amazon SQS; envía un mensaje de Amazon SQS. Estos permisos se 
limitan a las colas cuyo nombre incluya “sagemaker”.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "lambda:CreateFunction", 
                "lambda:DeleteFunction", 
                "lambda:GetFunction", 
                "lambda:InvokeFunction", 
                "lambda:UpdateFunctionCode" 
            ], 
            "Resource": [ 
                "arn:aws:lambda:*:*:function:*sagemaker*", 
                "arn:aws:lambda:*:*:function:*sageMaker*", 
                "arn:aws:lambda:*:*:function:*SageMaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sqs:CreateQueue", 
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                "sqs:SendMessage" 
            ], 
            "Resource": [ 
                "arn:aws:sqs:*:*:*sagemaker*", 
                "arn:aws:sqs:*:*:*sageMaker*", 
                "arn:aws:sqs:*:*:*SageMaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": [ 
                        "lambda.amazonaws.com", 
                        "elasticmapreduce.amazonaws.com", 
                        "ec2.amazonaws.com" 
                    ] 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "events:DescribeRule", 
                "events:PutRule", 
                "events:PutTargets" 
            ], 
            "Resource": [ 
                "arn:aws:events:*:*:rule/
SageMakerPipelineExecutionEMRStepStatusUpdateRule", 
                "arn:aws:events:*:*:rule/
SageMakerPipelineExecutionEMRClusterStatusUpdateRule" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:AddJobFlowSteps", 
                "elasticmapreduce:CancelSteps", 
                "elasticmapreduce:DescribeStep", 
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                "elasticmapreduce:RunJobFlow", 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:TerminateJobFlows", 
                "elasticmapreduce:ListSteps" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:*:*:cluster/*" 
            ] 
        } 
    ]
}

Amazon SageMaker actualiza las políticas gestionadas por SageMaker Pipelines

Consulta los detalles sobre las actualizaciones de las políticas AWS gestionadas de Amazon 
SageMaker desde que este servicio comenzó a realizar el seguimiento de estos cambios.

Política Versión Cambio Date

AmazonSageMakerPip 
elinesIntegrations: 
actualización de una 
política existente

3 Se agregaron permisos 
para elasticma 
preduce:R 
unJobFlows ,
elasticmapreduce:T 
erminateJobFlows ,
elasticmapreduce:L 
istSteps  y
elasticmapreduce:D 
escribeCluster .

17 de febrero de 2023

AmazonSageMakerPip 
elinesIntegrations: 
actualización de una 
política existente

2 Se agregaron permisos 
para lambda:Ge 
tFunction ,
events:DescribeRul 
e , events:PutRule ,
events:PutTargets ,
elasticmapreduce:A 
ddJobFlowSteps ,
elasticmapreduce:C 

20 de abril de 2022

AWSPolíticas gestionadas para SageMaker 6234



Amazon SageMaker Guía para desarrolladores

Política Versión Cambio Date

ancelSteps  y
elasticmapreduce:D 
escribeStep .

AmazonSageMakerPip 
elinesIntegrations - 
Nueva política

1 Política inicial 30 de julio de 2021

AWSPolíticas gestionadas para SageMaker proyectos y JumpStart

Estas políticas AWS gestionadas añaden permisos para usar plantillas y JumpStart soluciones de 
SageMaker proyectos integradas en Amazon. Las políticas están disponibles en su AWS cuenta y las 
utilizan los roles de ejecución creados desde la SageMaker consola.

SageMaker proyectos y JumpStart utilice AWS Service Catalog para aprovisionar AWS recursos 
en las cuentas de los clientes. Algunos recursos creados deben asumir un rol de ejecución. Por 
ejemplo, si AWS Service Catalog crea una CodePipeline canalización en nombre de un cliente para 
un proyecto de CI/CD de aprendizaje SageMaker automático, esa canalización requiere una función 
de IAM.

El AmazonSageMakerServiceCatalogProductsLaunchrol de rol tiene los permisos 
necesarios para lanzar la SageMaker cartera de productos de AWS Service Catalog. 
El AmazonSageMakerServiceCatalogProductsUserol de rol tiene los permisos 
necesarios para usar la SageMaker cartera de productos de AWS Service Catalog. El 
rol AmazonSageMakerServiceCatalogProductsLaunchRole transfiere un rol
AmazonSageMakerServiceCatalogProductsUseRole a los recursos de productos de AWS 
Service Catalog aprovisionados.

Temas

• AWSpolítica gestionada: AmazonSageMakerAdmin - ServiceCatalogProductsServiceRolePolicy

• AWSpolítica gestionada: AmazonSageMakerPartnerServiceCatalogProducts 
ApiGatewayServiceRolePolicy

• AWSpolítica gestionada: AmazonSageMakerPartnerServiceCatalogProducts 
CloudFormationServiceRolePolicy
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• AWSpolítica gestionada: AmazonSageMakerPartnerServiceCatalogProducts 
LambdaServiceRolePolicy

• AWSpolítica gestionada: 
AmazonSageMakerServiceCatalogProductsApiGatewayServiceRolePolicy

• AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsCloudformation 
ServiceRolePolicy

• AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsCode BuildServiceRolePolicy

• AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsCode 
PipelineServiceRolePolicy

• AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsEvents ServiceRolePolicy

• AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsFirehose ServiceRolePolicy

• AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsGlue ServiceRolePolicy

• AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsLambda ServiceRolePolicy

• Amazon SageMaker actualiza las políticas AWS gestionadas de AWS Service Catalog

AWSpolítica gestionada: AmazonSageMakerAdmin - ServiceCatalogProductsServiceRolePolicy

El servicio utiliza esta política de funciones de AWS Service Catalog servicio para aprovisionar 
productos de la SageMaker cartera de Amazon. La política concede permisos a un conjunto de 
servicios de AWS relacionados, incluidos AWS CodePipeline, AWS CodeBuild, AWS CodeCommit, 
AWS Glue y AWS CloudFormation, entre otros.

La AmazonSageMakerAdmin-ServiceCatalogProductsServiceRolePolicy política está 
pensada para que la utilice el AmazonSageMakerServiceCatalogProductsLaunchRole rol 
creado desde la SageMaker consola. La política agrega permisos para aprovisionar AWS recursos 
para SageMaker proyectos y JumpStart usar Service Catalog a la cuenta de un cliente.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• apigateway: permite que el rol llame a los puntos de conexión de API Gateway que estén 
etiquetados con sagemaker:launch-source.

• cloudformation— Permite AWS Service Catalog crear, actualizar y eliminar CloudFormation 
pilas.
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• codebuild— Permite que el rol que asume AWS Service Catalog y CloudFormation al que se 
transfiere cree, actualice y elimine CodeBuild proyectos.

• codecommit— Permite que el rol asumido AWS Service Catalog y CloudFormation al que se 
transfiere cree, actualice y elimine CodeCommit repositorios.

• codepipeline— Permite crear, actualizar AWS Service Catalog y eliminar CodePipelines el 
CloudFormation rol asumido y transferido.

• codestar-connections: permite que el rol transmita conexiones AWS CodeStar.

• cognito-idp: permite al rol crear, actualizar y eliminar grupos y grupos de usuarios. También 
permite etiquetar recursos.

• ecr— Permite que la función que asume AWS Service Catalog y CloudFormation a la que se 
transfiere cree y elimine repositorios de Amazon ECR. También permite etiquetar recursos.

• events— Permite que la función asumida AWS Service Catalog y transferida CloudFormation 
cree y elimine EventBridge reglas. Se utiliza para unir los distintos componentes de la canalización 
CICD.

• firehose: permite al rol interactuar con las transmisiones de Kinesis Data Firehose.

• glue: permite al rol interactuar con AWS Glue.

• iam: permite que el rol pase los roles precedidos de AmazonSageMakerServiceCatalog. Se 
requiere cuando los proyectos aprovisionan un producto de AWS Service Catalog, ya que es 
necesario transferir un rol a AWS Service Catalog.

• lambda: permite al rol interactuar con AWS Lambda. También permite etiquetar recursos.

• logs: permite al rol crear, eliminar y acceder a flujos de registro.

• s3— Permite que la función asumida AWS Service Catalog y a la que se transfiere acceda 
CloudFormation a los buckets de Amazon S3 donde se almacena el código de la plantilla del 
proyecto.

• sagemaker— Permite que el rol interactúe con varios SageMaker servicios. Esto se hace tanto 
CloudFormation durante el aprovisionamiento de la plantilla como CodeBuild durante la ejecución 
de la canalización del CICD. También permite etiquetar los siguientes recursos: puntos de 
conexión, configuraciones de puntos de conexión, modelos, canalizaciones, proyectos y paquetes 
de modelos.

• states: permite que el rol cree, elimine y actualice Step Functions precedidas de sagemaker.

{ 
  "Version": "2012-10-17", 

AWSPolíticas gestionadas para SageMaker 6237



Amazon SageMaker Guía para desarrolladores

  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "apigateway:GET", 
        "apigateway:POST", 
        "apigateway:PUT", 
        "apigateway:PATCH", 
        "apigateway:DELETE" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "StringLike": { 
          "aws:ResourceTag/sagemaker:launch-source": "*" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "apigateway:POST" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "ForAnyValue:StringLike": { 
          "aws:TagKeys": [ 
            "sagemaker:launch-source" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "apigateway:PATCH" 
      ], 
      "Resource": [ 
        "arn:aws:apigateway:*::/account" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:CreateStack", 
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        "cloudformation:UpdateStack", 
        "cloudformation:DeleteStack" 
      ], 
      "Resource": "arn:aws:cloudformation:*:*:stack/SC-*", 
      "Condition": { 
        "ArnLikeIfExists": { 
          "cloudformation:RoleArn": [ 
            "arn:aws:sts::*:assumed-role/AmazonSageMakerServiceCatalog*" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:DescribeStackEvents", 
        "cloudformation:DescribeStacks" 
      ], 
      "Resource": "arn:aws:cloudformation:*:*:stack/SC-*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:GetTemplateSummary", 
        "cloudformation:ValidateTemplate" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codebuild:CreateProject", 
        "codebuild:DeleteProject", 
        "codebuild:UpdateProject" 
      ], 
      "Resource": [ 
        "arn:aws:codebuild:*:*:project/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codecommit:CreateCommit", 
        "codecommit:CreateRepository", 
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        "codecommit:DeleteRepository", 
        "codecommit:GetRepository", 
        "codecommit:TagResource" 
      ], 
      "Resource": [ 
        "arn:aws:codecommit:*:*:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codecommit:ListRepositories" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codepipeline:CreatePipeline", 
        "codepipeline:DeletePipeline", 
        "codepipeline:GetPipeline", 
        "codepipeline:GetPipelineState", 
        "codepipeline:StartPipelineExecution", 
        "codepipeline:TagResource", 
        "codepipeline:UpdatePipeline" 
      ], 
      "Resource": [ 
        "arn:aws:codepipeline:*:*:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cognito-idp:CreateUserPool", 
        "cognito-idp:TagResource" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "ForAnyValue:StringLike": { 
          "aws:TagKeys": [ 
            "sagemaker:launch-source" 
          ] 
        } 
      } 
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    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cognito-idp:CreateGroup", 
        "cognito-idp:CreateUserPoolDomain", 
        "cognito-idp:CreateUserPoolClient", 
        "cognito-idp:DeleteGroup", 
        "cognito-idp:DeleteUserPool", 
        "cognito-idp:DeleteUserPoolClient", 
        "cognito-idp:DeleteUserPoolDomain", 
        "cognito-idp:DescribeUserPool", 
        "cognito-idp:DescribeUserPoolClient", 
        "cognito-idp:UpdateUserPool", 
        "cognito-idp:UpdateUserPoolClient" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "StringLike": { 
          "aws:ResourceTag/sagemaker:launch-source": "*" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:CreateRepository", 
        "ecr:DeleteRepository", 
        "ecr:TagResource" 
      ], 
      "Resource": [ 
        "arn:aws:ecr:*:*:repository/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "events:DescribeRule", 
        "events:DeleteRule", 
        "events:DisableRule", 
        "events:EnableRule", 
        "events:PutRule", 
        "events:PutTargets", 
        "events:RemoveTargets" 
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      ], 
      "Resource": [ 
        "arn:aws:events:*:*:rule/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "firehose:CreateDeliveryStream", 
        "firehose:DeleteDeliveryStream", 
        "firehose:DescribeDeliveryStream", 
        "firehose:StartDeliveryStreamEncryption", 
        "firehose:StopDeliveryStreamEncryption", 
        "firehose:UpdateDestination" 
      ], 
      "Resource": "arn:aws:firehose:*:*:deliverystream/sagemaker-*" 
    }, 
    { 
        "Effect": "Allow", 
      "Action": [ 
        "glue:CreateDatabase", 
        "glue:DeleteDatabase" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/sagemaker-*", 
        "arn:aws:glue:*:*:table/sagemaker-*", 
        "arn:aws:glue:*:*:userDefinedFunction/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateClassifier", 
        "glue:DeleteClassifier", 
        "glue:DeleteCrawler", 
        "glue:DeleteJob", 
        "glue:DeleteTrigger", 
        "glue:DeleteWorkflow", 
        "glue:StopCrawler" 
      ], 
      "Resource": [ 
        "*" 
      ] 
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    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateWorkflow" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:workflow/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateJob" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:job/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateCrawler", 
        "glue:GetCrawler" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:crawler/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateTrigger", 
        "glue:GetTrigger" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:trigger/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
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      "Resource": [ 
        "arn:aws:iam::*:role/service-role/AmazonSageMakerServiceCatalog*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:AddPermission", 
        "lambda:CreateFunction", 
        "lambda:DeleteFunction", 
        "lambda:GetFunction", 
        "lambda:GetFunctionConfiguration", 
        "lambda:InvokeFunction", 
        "lambda:RemovePermission" 
      ], 
      "Resource": [ 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "lambda:TagResource", 
      "Resource": [ 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ], 
      "Condition": { 
        "ForAllValues:StringLike": { 
          "aws:TagKeys": [ 
            "sagemaker:*" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogGroup", 
        "logs:DeleteLogStream", 
        "logs:DescribeLogGroups", 
        "logs:DescribeLogStreams", 
        "logs:PutRetentionPolicy" 
      ], 
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      "Resource": [ 
        "arn:aws:logs:*:*:log-group:/aws/apigateway/AccessLogs/*", 
        "arn:aws:logs:*:*:log-group::log-stream:*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "s3:GetObject", 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "s3:ExistingObjectTag/servicecatalog:provisioning": "true" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "s3:GetObject", 
      "Resource": [ 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:CreateBucket", 
        "s3:DeleteBucket", 
        "s3:DeleteBucketPolicy", 
        "s3:GetBucketPolicy", 
        "s3:PutBucketAcl", 
        "s3:PutBucketNotification", 
        "s3:PutBucketPolicy", 
        "s3:PutBucketPublicAccessBlock", 
        "s3:PutBucketLogging", 
        "s3:PutEncryptionConfiguration", 
        "s3:PutBucketTagging", 
        "s3:PutObjectTagging", 
        "s3:PutBucketCORS" 
      ], 
      "Resource": "arn:aws:s3:::sagemaker-*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
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        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateModel", 
        "sagemaker:CreateWorkteam", 
        "sagemaker:DeleteEndpoint", 
        "sagemaker:DeleteEndpointConfig", 
        "sagemaker:DeleteModel", 
        "sagemaker:DeleteWorkteam", 
        "sagemaker:DescribeModel", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeWorkteam", 
        "sagemaker:CreateCodeRepository", 
        "sagemaker:DescribeCodeRepository", 
        "sagemaker:UpdateCodeRepository", 
        "sagemaker:DeleteCodeRepository" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:endpoint/*", 
        "arn:aws:sagemaker:*:*:endpoint-config/*", 
        "arn:aws:sagemaker:*:*:model/*", 
        "arn:aws:sagemaker:*:*:pipeline/*", 
        "arn:aws:sagemaker:*:*:project/*", 
        "arn:aws:sagemaker:*:*:model-package/*" 
      ], 
      "Condition": { 
        "ForAllValues:StringLike": { 
          "aws:TagKeys": [ 
            "sagemaker:*" 
          ] 
        } 
      } 
  }, 
  { 
      "Effect": "Allow", 
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      "Action": [ 
        "sagemaker:CreateImage", 
        "sagemaker:DeleteImage", 
        "sagemaker:DescribeImage", 
        "sagemaker:UpdateImage", 
        "sagemaker:ListTags" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:image/*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "states:CreateStateMachine", 
        "states:DeleteStateMachine", 
        "states:UpdateStateMachine" 
      ], 
      "Resource": [ 
        "arn:aws:states:*:*:stateMachine:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "codestar-connections:PassConnection", 
      "Resource": "arn:aws:codestar-connections:*:*:connection/*", 
      "Condition": { 
        "StringEquals": { 
          "codestar-connections:PassedToService": "codepipeline.amazonaws.com" 
        } 
      } 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerPartnerServiceCatalogProducts 
ApiGatewayServiceRolePolicy

Amazon API Gateway utiliza esta política en los productos AWS Service Catalog aprovisionados de 
la SageMaker cartera de Amazon. La política está destinada a adjuntarse a una función de IAM que 
la AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS recursos creados 
por API Gateway que requieren una función.
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Detalles de los permisos

Esta política incluye los siguientes permisos.

• lambda: invoca una función creada por una plantilla de socio.

• sagemaker: invoca un punto de conexión creado por una plantilla de socio.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "lambda:InvokeFunction", 
      "Resource": "arn:aws:lambda:*:*:function:sagemaker-*", 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        }, 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker:InvokeEndpoint", 
      "Resource": "arn:aws:sagemaker:*:*:endpoint/*", 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        }, 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    } 
  ]
}
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AWSpolítica gestionada: AmazonSageMakerPartnerServiceCatalogProducts 
CloudFormationServiceRolePolicy

Esta política se utiliza AWS CloudFormation en los productos AWS Service Catalog aprovisionados 
de la SageMaker cartera de Amazon. La política está destinada a adjuntarse a una función de IAM 
que la AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS recursos 
creados por ella AWS CloudFormation que requieren una función.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• iam: transfiere los roles AmazonSageMakerServiceCatalogProductsLambdaRole y
AmazonSageMakerServiceCatalogProductsApiGatewayRole.

• lambda: crea, actualiza, elimina e invoca funciones de AWS Lambda; recupera, publica y elimina 
versiones de una capa Lambda.

• apigateway: crea, actualiza y elimina los recursos de Amazon API Gateway.

• s3: recupera el archivo lambda-auth-code/layer.zip de un bucket de Amazon Simple 
Storage Service (Amazon S3).

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsLambdaRole" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": "lambda.amazonaws.com" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
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      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsApiGatewayRole" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": "apigateway.amazonaws.com" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:DeleteFunction", 
        "lambda:UpdateFunctionCode", 
        "lambda:ListTags", 
        "lambda:InvokeFunction" 
      ], 
      "Resource": [ 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ], 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:CreateFunction", 
        "lambda:TagResource" 
      ], 
      "Resource": [ 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ], 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
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        }, 
        "ForAnyValue:StringEquals": { 
          "aws:TagKeys": [ 
            "sagemaker:project-name", 
            "sagemaker:partner" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:PublishLayerVersion", 
        "lambda:GetLayerVersion", 
        "lambda:DeleteLayerVersion", 
        "lambda:GetFunction" 
      ], 
      "Resource": [ 
        "arn:aws:lambda:*:*:layer:sagemaker-*", 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "apigateway:GET", 
        "apigateway:DELETE", 
        "apigateway:PATCH", 
        "apigateway:POST", 
        "apigateway:PUT" 
      ], 
      "Resource": [ 
        "arn:aws:apigateway:*::/restapis/*", 
        "arn:aws:apigateway:*::/restapis" 
      ], 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
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      "Action": [ 
        "apigateway:POST", 
        "apigateway:PUT" 
      ], 
      "Resource": [ 
        "arn:aws:apigateway:*::/restapis", 
        "arn:aws:apigateway:*::/tags/*" 
      ], 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        }, 
        "ForAnyValue:StringEquals": { 
          "aws:TagKeys": [ 
            "sagemaker:project-name", 
            "sagemaker:partner" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::sagemaker-*/lambda-auth-code/layer.zip" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerPartnerServiceCatalogProducts 
LambdaServiceRolePolicy

Esta política se utiliza AWS Lambda en los productos AWS Service Catalog aprovisionados de la 
SageMaker cartera de Amazon. La política está destinada a adjuntarse a una función de IAM que la
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AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS recursos creados 
por Lambda que requieren una función.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• secretsmanager: recupera datos de los secretos proporcionados por el socio para una plantilla 
de socio.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "secretsmanager:GetSecretValue", 
      "Resource": "arn:aws:secretsmanager:*:*:secret:*", 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:partner": false 
        }, 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsApiGatewayServiceRolePolicy

Amazon API Gateway utiliza esta política en los productos AWS Service Catalog aprovisionados de 
la SageMaker cartera de Amazon. La política está destinada a adjuntarse a una función de IAM que 
la AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS recursos creados 
por API Gateway que requieren una función.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• logs— Cree y lea grupos, transmisiones y eventos de CloudWatch registros; actualice los 
eventos; describa varios recursos.
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Estos permisos se limitan a los recursos cuyo prefijo de grupo de registros comience por ·aws/
apigateway/·.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:DescribeLogGroups", 
        "logs:DescribeLogStreams", 
        "logs:DescribeResourcePolicies", 
        "logs:DescribeDestinations", 
        "logs:DescribeExportTasks", 
        "logs:DescribeMetricFilters", 
        "logs:DescribeQueries", 
        "logs:DescribeQueryDefinitions", 
        "logs:DescribeSubscriptionFilters", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery" 
      ], 
      "Resource": "arn:aws:logs:*:*:log-group:/aws/apigateway/*" 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsCloudformation 
ServiceRolePolicy

Esta política se utiliza AWS CloudFormation en los productos AWS Service Catalog aprovisionados 
de la SageMaker cartera de Amazon. La política está destinada a adjuntarse a una función de IAM 
que la AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS recursos 
creados por ella AWS CloudFormation que requieren una función.
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Detalles de los permisos

Esta política incluye los siguientes permisos.

• sagemaker— Permitir el acceso a varios SageMaker recursos, excepto los dominios, los perfiles 
de usuario, las aplicaciones y las definiciones de flujo.

• iam: transfiere los roles AmazonSageMakerServiceCatalogProductsCodeBuildRole y
AmazonSageMakerServiceCatalogProductsExecutionRole.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddAssociation", 
        "sagemaker:AddTags", 
        "sagemaker:AssociateTrialComponent", 
        "sagemaker:BatchDescribeModelPackage", 
        "sagemaker:BatchGetMetrics", 
        "sagemaker:BatchGetRecord", 
        "sagemaker:BatchPutMetrics", 
        "sagemaker:CreateAction", 
        "sagemaker:CreateAlgorithm", 
        "sagemaker:CreateApp", 
        "sagemaker:CreateAppImageConfig", 
        "sagemaker:CreateArtifact", 
        "sagemaker:CreateAutoMLJob", 
        "sagemaker:CreateCodeRepository", 
        "sagemaker:CreateCompilationJob", 
        "sagemaker:CreateContext", 
        "sagemaker:CreateDataQualityJobDefinition", 
        "sagemaker:CreateDeviceFleet", 
        "sagemaker:CreateDomain", 
        "sagemaker:CreateEdgePackagingJob", 
        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateExperiment", 
        "sagemaker:CreateFeatureGroup", 
        "sagemaker:CreateFlowDefinition", 
        "sagemaker:CreateHumanTaskUi", 
        "sagemaker:CreateHyperParameterTuningJob", 

AWSPolíticas gestionadas para SageMaker 6255



Amazon SageMaker Guía para desarrolladores

        "sagemaker:CreateImage", 
        "sagemaker:CreateImageVersion", 
        "sagemaker:CreateInferenceRecommendationsJob", 
        "sagemaker:CreateLabelingJob", 
        "sagemaker:CreateLineageGroupPolicy", 
        "sagemaker:CreateModel", 
        "sagemaker:CreateModelBiasJobDefinition", 
        "sagemaker:CreateModelExplainabilityJobDefinition", 
        "sagemaker:CreateModelPackage", 
        "sagemaker:CreateModelPackageGroup", 
        "sagemaker:CreateModelQualityJobDefinition", 
        "sagemaker:CreateMonitoringSchedule", 
        "sagemaker:CreateNotebookInstance", 
        "sagemaker:CreateNotebookInstanceLifecycleConfig", 
        "sagemaker:CreatePipeline", 
        "sagemaker:CreatePresignedDomainUrl", 
        "sagemaker:CreatePresignedNotebookInstanceUrl", 
        "sagemaker:CreateProcessingJob", 
        "sagemaker:CreateProject", 
        "sagemaker:CreateTrainingJob", 
        "sagemaker:CreateTransformJob", 
        "sagemaker:CreateTrial", 
        "sagemaker:CreateTrialComponent", 
        "sagemaker:CreateUserProfile", 
        "sagemaker:CreateWorkforce", 
        "sagemaker:CreateWorkteam", 
        "sagemaker:DeleteAction", 
        "sagemaker:DeleteAlgorithm", 
        "sagemaker:DeleteApp", 
        "sagemaker:DeleteAppImageConfig", 
        "sagemaker:DeleteArtifact", 
        "sagemaker:DeleteAssociation", 
        "sagemaker:DeleteCodeRepository", 
        "sagemaker:DeleteContext", 
        "sagemaker:DeleteDataQualityJobDefinition", 
        "sagemaker:DeleteDeviceFleet", 
        "sagemaker:DeleteDomain", 
        "sagemaker:DeleteEndpoint", 
        "sagemaker:DeleteEndpointConfig", 
        "sagemaker:DeleteExperiment", 
        "sagemaker:DeleteFeatureGroup", 
        "sagemaker:DeleteFlowDefinition", 
        "sagemaker:DeleteHumanLoop", 
        "sagemaker:DeleteHumanTaskUi", 
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        "sagemaker:DeleteImage", 
        "sagemaker:DeleteImageVersion", 
        "sagemaker:DeleteLineageGroupPolicy", 
        "sagemaker:DeleteModel", 
        "sagemaker:DeleteModelBiasJobDefinition", 
        "sagemaker:DeleteModelExplainabilityJobDefinition", 
        "sagemaker:DeleteModelPackage", 
        "sagemaker:DeleteModelPackageGroup", 
        "sagemaker:DeleteModelPackageGroupPolicy", 
        "sagemaker:DeleteModelQualityJobDefinition", 
        "sagemaker:DeleteMonitoringSchedule", 
        "sagemaker:DeleteNotebookInstance", 
        "sagemaker:DeleteNotebookInstanceLifecycleConfig", 
        "sagemaker:DeletePipeline", 
        "sagemaker:DeleteProject", 
        "sagemaker:DeleteRecord", 
        "sagemaker:DeleteTags", 
        "sagemaker:DeleteTrial", 
        "sagemaker:DeleteTrialComponent", 
        "sagemaker:DeleteUserProfile", 
        "sagemaker:DeleteWorkforce", 
        "sagemaker:DeleteWorkteam", 
        "sagemaker:DeregisterDevices", 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeAlgorithm", 
        "sagemaker:DescribeApp", 
        "sagemaker:DescribeAppImageConfig", 
        "sagemaker:DescribeArtifact", 
        "sagemaker:DescribeAutoMLJob", 
        "sagemaker:DescribeCodeRepository", 
        "sagemaker:DescribeCompilationJob", 
        "sagemaker:DescribeContext", 
        "sagemaker:DescribeDataQualityJobDefinition", 
        "sagemaker:DescribeDevice", 
        "sagemaker:DescribeDeviceFleet", 
        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeEdgePackagingJob", 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:DescribeExperiment", 
        "sagemaker:DescribeFeatureGroup", 
        "sagemaker:DescribeFlowDefinition", 
        "sagemaker:DescribeHumanLoop", 
        "sagemaker:DescribeHumanTaskUi", 
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        "sagemaker:DescribeHyperParameterTuningJob", 
        "sagemaker:DescribeImage", 
        "sagemaker:DescribeImageVersion", 
        "sagemaker:DescribeInferenceRecommendationsJob", 
        "sagemaker:DescribeLabelingJob", 
        "sagemaker:DescribeLineageGroup", 
        "sagemaker:DescribeModel", 
        "sagemaker:DescribeModelBiasJobDefinition", 
        "sagemaker:DescribeModelExplainabilityJobDefinition", 
        "sagemaker:DescribeModelPackage", 
        "sagemaker:DescribeModelPackageGroup", 
        "sagemaker:DescribeModelQualityJobDefinition", 
        "sagemaker:DescribeMonitoringSchedule", 
        "sagemaker:DescribeNotebookInstance", 
        "sagemaker:DescribeNotebookInstanceLifecycleConfig", 
        "sagemaker:DescribePipeline", 
        "sagemaker:DescribePipelineDefinitionForExecution", 
        "sagemaker:DescribePipelineExecution", 
        "sagemaker:DescribeProcessingJob", 
        "sagemaker:DescribeProject", 
        "sagemaker:DescribeSubscribedWorkteam", 
        "sagemaker:DescribeTrainingJob", 
        "sagemaker:DescribeTransformJob", 
        "sagemaker:DescribeTrial", 
        "sagemaker:DescribeTrialComponent", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeWorkforce", 
        "sagemaker:DescribeWorkteam", 
        "sagemaker:DisableSagemakerServicecatalogPortfolio", 
        "sagemaker:DisassociateTrialComponent", 
        "sagemaker:EnableSagemakerServicecatalogPortfolio", 
        "sagemaker:GetDeviceFleetReport", 
        "sagemaker:GetDeviceRegistration", 
        "sagemaker:GetLineageGroupPolicy", 
        "sagemaker:GetModelPackageGroupPolicy", 
        "sagemaker:GetRecord", 
        "sagemaker:GetSagemakerServicecatalogPortfolioStatus", 
        "sagemaker:GetSearchSuggestions", 
        "sagemaker:InvokeEndpoint", 
        "sagemaker:InvokeEndpointAsync", 
        "sagemaker:ListActions", 
        "sagemaker:ListAlgorithms", 
        "sagemaker:ListAppImageConfigs", 
        "sagemaker:ListApps", 
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        "sagemaker:ListArtifacts", 
        "sagemaker:ListAssociations", 
        "sagemaker:ListAutoMLJobs", 
        "sagemaker:ListCandidatesForAutoMLJob", 
        "sagemaker:ListCodeRepositories", 
        "sagemaker:ListCompilationJobs", 
        "sagemaker:ListContexts", 
        "sagemaker:ListDataQualityJobDefinitions", 
        "sagemaker:ListDeviceFleets", 
        "sagemaker:ListDevices", 
        "sagemaker:ListDomains", 
        "sagemaker:ListEdgePackagingJobs", 
        "sagemaker:ListEndpointConfigs", 
        "sagemaker:ListEndpoints", 
        "sagemaker:ListExperiments", 
        "sagemaker:ListFeatureGroups", 
        "sagemaker:ListFlowDefinitions", 
        "sagemaker:ListHumanLoops", 
        "sagemaker:ListHumanTaskUis", 
        "sagemaker:ListHyperParameterTuningJobs", 
        "sagemaker:ListImageVersions", 
        "sagemaker:ListImages", 
        "sagemaker:ListInferenceRecommendationsJobs", 
        "sagemaker:ListLabelingJobs", 
        "sagemaker:ListLabelingJobsForWorkteam", 
        "sagemaker:ListLineageGroups", 
        "sagemaker:ListModelBiasJobDefinitions", 
        "sagemaker:ListModelExplainabilityJobDefinitions", 
        "sagemaker:ListModelMetadata", 
        "sagemaker:ListModelPackageGroups", 
        "sagemaker:ListModelPackages", 
        "sagemaker:ListModelQualityJobDefinitions", 
        "sagemaker:ListModels", 
        "sagemaker:ListMonitoringExecutions", 
        "sagemaker:ListMonitoringSchedules", 
        "sagemaker:ListNotebookInstanceLifecycleConfigs", 
        "sagemaker:ListNotebookInstances", 
        "sagemaker:ListPipelineExecutionSteps", 
        "sagemaker:ListPipelineExecutions", 
        "sagemaker:ListPipelineParametersForExecution", 
        "sagemaker:ListPipelines", 
        "sagemaker:ListProcessingJobs", 
        "sagemaker:ListProjects", 
        "sagemaker:ListSubscribedWorkteams", 
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        "sagemaker:ListTags", 
        "sagemaker:ListTrainingJobs", 
        "sagemaker:ListTrainingJobsForHyperParameterTuningJob", 
        "sagemaker:ListTransformJobs", 
        "sagemaker:ListTrialComponents", 
        "sagemaker:ListTrials", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListWorkforces", 
        "sagemaker:ListWorkteams", 
        "sagemaker:PutLineageGroupPolicy", 
        "sagemaker:PutModelPackageGroupPolicy", 
        "sagemaker:PutRecord", 
        "sagemaker:QueryLineage", 
        "sagemaker:RegisterDevices", 
        "sagemaker:RenderUiTemplate", 
        "sagemaker:Search", 
        "sagemaker:SendHeartbeat", 
        "sagemaker:SendPipelineExecutionStepFailure", 
        "sagemaker:SendPipelineExecutionStepSuccess", 
        "sagemaker:StartHumanLoop", 
        "sagemaker:StartMonitoringSchedule", 
        "sagemaker:StartNotebookInstance", 
        "sagemaker:StartPipelineExecution", 
        "sagemaker:StopAutoMLJob", 
        "sagemaker:StopCompilationJob", 
        "sagemaker:StopEdgePackagingJob", 
        "sagemaker:StopHumanLoop", 
        "sagemaker:StopHyperParameterTuningJob", 
        "sagemaker:StopInferenceRecommendationsJob", 
        "sagemaker:StopLabelingJob", 
        "sagemaker:StopMonitoringSchedule", 
        "sagemaker:StopNotebookInstance", 
        "sagemaker:StopPipelineExecution", 
        "sagemaker:StopProcessingJob", 
        "sagemaker:StopTrainingJob", 
        "sagemaker:StopTransformJob", 
        "sagemaker:UpdateAction", 
        "sagemaker:UpdateAppImageConfig", 
        "sagemaker:UpdateArtifact", 
        "sagemaker:UpdateCodeRepository", 
        "sagemaker:UpdateContext", 
        "sagemaker:UpdateDeviceFleet", 
        "sagemaker:UpdateDevices", 
        "sagemaker:UpdateDomain", 
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        "sagemaker:UpdateEndpoint", 
        "sagemaker:UpdateEndpointWeightsAndCapacities", 
        "sagemaker:UpdateExperiment", 
        "sagemaker:UpdateImage", 
        "sagemaker:UpdateModelPackage", 
        "sagemaker:UpdateMonitoringSchedule", 
        "sagemaker:UpdateNotebookInstance", 
        "sagemaker:UpdateNotebookInstanceLifecycleConfig", 
        "sagemaker:UpdatePipeline", 
        "sagemaker:UpdatePipelineExecution", 
        "sagemaker:UpdateProject", 
        "sagemaker:UpdateTrainingJob", 
        "sagemaker:UpdateTrial", 
        "sagemaker:UpdateTrialComponent", 
        "sagemaker:UpdateUserProfile", 
        "sagemaker:UpdateWorkforce", 
        "sagemaker:UpdateWorkteam" 
      ], 
      "NotResource": [ 
        "arn:aws:sagemaker:*:*:domain/*", 
        "arn:aws:sagemaker:*:*:user-profile/*", 
        "arn:aws:sagemaker:*:*:app/*", 
        "arn:aws:sagemaker:*:*:flow-definition/*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCodeBuildRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsExecutionRole" 
      ] 
    } 
  ]
}
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AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsCode BuildServiceRolePolicy

Esta política se utiliza AWS CodeBuild en los productos AWS Service Catalog aprovisionados de la 
SageMaker cartera de Amazon. La política está destinada a adjuntarse a una función de IAM que la
AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS recursos creados 
por ella CodeBuild que requieren una función.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• sagemaker— Permitir el acceso a varios SageMaker recursos.

• codecommit— Sube CodeCommit archivos a los CodeBuild pipelines, consulta el estado de 
las subidas y cancela las subidas; obtén información sobre sucursales y confirmaciones. Estos 
permisos se limitan a los recursos cuyo nombre comience por “sagemaker-”.

• ecr: crea repositorios e imágenes de contenedores de Amazon ECR; carga capas de imágenes. 
Estos permisos se limitan a los repositorios cuyo nombre comience por “sagemaker-”.

ecr: lee todos los recursos.

• iam: transfiere los siguientes roles:

• AmazonSageMakerServiceCatalogProductsCloudformationRole a AWS 
CloudFormation.

• AmazonSageMakerServiceCatalogProductsCodeBuildRole a AWS CodeBuild.

• AmazonSageMakerServiceCatalogProductsCodePipelineRole a AWS CodePipeline.

• AmazonSageMakerServiceCatalogProductsEventsRolea Amazon EventBridge.

• AmazonSageMakerServiceCatalogProductsExecutionRolea Amazon SageMaker.

• logs— Cree y lea grupos, transmisiones y eventos de CloudWatch registros; actualice eventos; 
describa varios recursos.

Estos permisos se limitan a los recursos cuyo prefijo de nombre comience por “aws/codebuild/”.

• s3: crea, lee y enumera buckets de Amazon S3. Estos permisos se limitan a los buckets cuyo 
nombre comience por “sagemaker-”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
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      "Effect": "Allow", 
      "Action": [ 
        "codecommit:CancelUploadArchive", 
        "codecommit:GetBranch", 
        "codecommit:GetCommit", 
        "codecommit:GetUploadArchiveStatus", 
        "codecommit:UploadArchive" 
      ], 
      "Resource": "arn:aws:codecommit:*:*:sagemaker-*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:BatchCheckLayerAvailability", 
        "ecr:BatchGetImage", 
        "ecr:DescribeImageScanFindings", 
        "ecr:DescribeRegistry", 
        "ecr:DescribeImageReplicationStatus", 
        "ecr:DescribeRepositories", 
        "ecr:DescribeImageReplicationStatus", 
        "ecr:GetAuthorizationToken", 
        "ecr:GetDownloadUrlForLayer" 
      ], 
      "Resource": [ 
        "*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:CompleteLayerUpload", 
        "ecr:CreateRepository", 
        "ecr:InitiateLayerUpload", 
        "ecr:PutImage", 
        "ecr:UploadLayerPart" 
      ], 
      "Resource": [ 
        "arn:aws:ecr:*:*:repository/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
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      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsEventsRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCodePipelineRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCloudformationRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCodeBuildRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsExecutionRole" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": [ 
            "events.amazonaws.com", 
            "codepipeline.amazonaws.com", 
            "cloudformation.amazonaws.com", 
            "codebuild.amazonaws.com", 
            "sagemaker.amazonaws.com" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:DescribeLogGroups", 
        "logs:DescribeLogStreams", 
        "logs:DescribeResourcePolicies", 
        "logs:DescribeDestinations", 
        "logs:DescribeExportTasks", 
        "logs:DescribeMetricFilters", 
        "logs:DescribeQueries", 
        "logs:DescribeQueryDefinitions", 
        "logs:DescribeSubscriptionFilters", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:ListLogDeliveries", 
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        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery" 
      ], 
      "Resource": "arn:aws:logs:*:*:log-group:/aws/codebuild/*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:CreateBucket", 
        "s3:DeleteBucket", 
        "s3:GetBucketAcl", 
        "s3:GetBucketCors", 
        "s3:GetBucketLocation", 
        "s3:ListAllMyBuckets", 
        "s3:ListBucket", 
        "s3:ListBucketMultipartUploads", 
        "s3:PutBucketCors", 
        "s3:AbortMultipartUpload", 
        "s3:DeleteObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:PutObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddAssociation", 
        "sagemaker:AddTags", 
        "sagemaker:AssociateTrialComponent", 
        "sagemaker:BatchDescribeModelPackage", 
        "sagemaker:BatchGetMetrics", 
        "sagemaker:BatchGetRecord", 
        "sagemaker:BatchPutMetrics", 
        "sagemaker:CreateAction", 
        "sagemaker:CreateAlgorithm", 
        "sagemaker:CreateApp", 
        "sagemaker:CreateAppImageConfig", 
        "sagemaker:CreateArtifact", 
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        "sagemaker:CreateAutoMLJob", 
        "sagemaker:CreateCodeRepository", 
        "sagemaker:CreateCompilationJob", 
        "sagemaker:CreateContext", 
        "sagemaker:CreateDataQualityJobDefinition", 
        "sagemaker:CreateDeviceFleet", 
        "sagemaker:CreateDomain", 
        "sagemaker:CreateEdgePackagingJob", 
        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateExperiment", 
        "sagemaker:CreateFeatureGroup", 
        "sagemaker:CreateFlowDefinition", 
        "sagemaker:CreateHumanTaskUi", 
        "sagemaker:CreateHyperParameterTuningJob", 
        "sagemaker:CreateImage", 
        "sagemaker:CreateImageVersion", 
        "sagemaker:CreateInferenceRecommendationsJob", 
        "sagemaker:CreateLabelingJob", 
        "sagemaker:CreateLineageGroupPolicy", 
        "sagemaker:CreateModel", 
        "sagemaker:CreateModelBiasJobDefinition", 
        "sagemaker:CreateModelExplainabilityJobDefinition", 
        "sagemaker:CreateModelPackage", 
        "sagemaker:CreateModelPackageGroup", 
        "sagemaker:CreateModelQualityJobDefinition", 
        "sagemaker:CreateMonitoringSchedule", 
        "sagemaker:CreateNotebookInstance", 
        "sagemaker:CreateNotebookInstanceLifecycleConfig", 
        "sagemaker:CreatePipeline", 
        "sagemaker:CreatePresignedDomainUrl", 
        "sagemaker:CreatePresignedNotebookInstanceUrl", 
        "sagemaker:CreateProcessingJob", 
        "sagemaker:CreateProject", 
        "sagemaker:CreateTrainingJob", 
        "sagemaker:CreateTransformJob", 
        "sagemaker:CreateTrial", 
        "sagemaker:CreateTrialComponent", 
        "sagemaker:CreateUserProfile", 
        "sagemaker:CreateWorkforce", 
        "sagemaker:CreateWorkteam", 
        "sagemaker:DeleteAction", 
        "sagemaker:DeleteAlgorithm", 
        "sagemaker:DeleteApp", 
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        "sagemaker:DeleteAppImageConfig", 
        "sagemaker:DeleteArtifact", 
        "sagemaker:DeleteAssociation", 
        "sagemaker:DeleteCodeRepository", 
        "sagemaker:DeleteContext", 
        "sagemaker:DeleteDataQualityJobDefinition", 
        "sagemaker:DeleteDeviceFleet", 
        "sagemaker:DeleteDomain", 
        "sagemaker:DeleteEndpoint", 
        "sagemaker:DeleteEndpointConfig", 
        "sagemaker:DeleteExperiment", 
        "sagemaker:DeleteFeatureGroup", 
        "sagemaker:DeleteFlowDefinition", 
        "sagemaker:DeleteHumanLoop", 
        "sagemaker:DeleteHumanTaskUi", 
        "sagemaker:DeleteImage", 
        "sagemaker:DeleteImageVersion", 
        "sagemaker:DeleteLineageGroupPolicy", 
        "sagemaker:DeleteModel", 
        "sagemaker:DeleteModelBiasJobDefinition", 
        "sagemaker:DeleteModelExplainabilityJobDefinition", 
        "sagemaker:DeleteModelPackage", 
        "sagemaker:DeleteModelPackageGroup", 
        "sagemaker:DeleteModelPackageGroupPolicy", 
        "sagemaker:DeleteModelQualityJobDefinition", 
        "sagemaker:DeleteMonitoringSchedule", 
        "sagemaker:DeleteNotebookInstance", 
        "sagemaker:DeleteNotebookInstanceLifecycleConfig", 
        "sagemaker:DeletePipeline", 
        "sagemaker:DeleteProject", 
        "sagemaker:DeleteRecord", 
        "sagemaker:DeleteTags", 
        "sagemaker:DeleteTrial", 
        "sagemaker:DeleteTrialComponent", 
        "sagemaker:DeleteUserProfile", 
        "sagemaker:DeleteWorkforce", 
        "sagemaker:DeleteWorkteam", 
        "sagemaker:DeregisterDevices", 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeAlgorithm", 
        "sagemaker:DescribeApp", 
        "sagemaker:DescribeAppImageConfig", 
        "sagemaker:DescribeArtifact", 
        "sagemaker:DescribeAutoMLJob", 
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        "sagemaker:DescribeCodeRepository", 
        "sagemaker:DescribeCompilationJob", 
        "sagemaker:DescribeContext", 
        "sagemaker:DescribeDataQualityJobDefinition", 
        "sagemaker:DescribeDevice", 
        "sagemaker:DescribeDeviceFleet", 
        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeEdgePackagingJob", 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:DescribeExperiment", 
        "sagemaker:DescribeFeatureGroup", 
        "sagemaker:DescribeFlowDefinition", 
        "sagemaker:DescribeHumanLoop", 
        "sagemaker:DescribeHumanTaskUi", 
        "sagemaker:DescribeHyperParameterTuningJob", 
        "sagemaker:DescribeImage", 
        "sagemaker:DescribeImageVersion", 
        "sagemaker:DescribeInferenceRecommendationsJob", 
        "sagemaker:DescribeLabelingJob", 
        "sagemaker:DescribeLineageGroup", 
        "sagemaker:DescribeModel", 
        "sagemaker:DescribeModelBiasJobDefinition", 
        "sagemaker:DescribeModelExplainabilityJobDefinition", 
        "sagemaker:DescribeModelPackage", 
        "sagemaker:DescribeModelPackageGroup", 
        "sagemaker:DescribeModelQualityJobDefinition", 
        "sagemaker:DescribeMonitoringSchedule", 
        "sagemaker:DescribeNotebookInstance", 
        "sagemaker:DescribeNotebookInstanceLifecycleConfig", 
        "sagemaker:DescribePipeline", 
        "sagemaker:DescribePipelineDefinitionForExecution", 
        "sagemaker:DescribePipelineExecution", 
        "sagemaker:DescribeProcessingJob", 
        "sagemaker:DescribeProject", 
        "sagemaker:DescribeSubscribedWorkteam", 
        "sagemaker:DescribeTrainingJob", 
        "sagemaker:DescribeTransformJob", 
        "sagemaker:DescribeTrial", 
        "sagemaker:DescribeTrialComponent", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeWorkforce", 
        "sagemaker:DescribeWorkteam", 
        "sagemaker:DisableSagemakerServicecatalogPortfolio", 
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        "sagemaker:DisassociateTrialComponent", 
        "sagemaker:EnableSagemakerServicecatalogPortfolio", 
        "sagemaker:GetDeviceFleetReport", 
        "sagemaker:GetDeviceRegistration", 
        "sagemaker:GetLineageGroupPolicy", 
        "sagemaker:GetModelPackageGroupPolicy", 
        "sagemaker:GetRecord", 
        "sagemaker:GetSagemakerServicecatalogPortfolioStatus", 
        "sagemaker:GetSearchSuggestions", 
        "sagemaker:InvokeEndpoint", 
        "sagemaker:InvokeEndpointAsync", 
        "sagemaker:ListActions", 
        "sagemaker:ListAlgorithms", 
        "sagemaker:ListAppImageConfigs", 
        "sagemaker:ListApps", 
        "sagemaker:ListArtifacts", 
        "sagemaker:ListAssociations", 
        "sagemaker:ListAutoMLJobs", 
        "sagemaker:ListCandidatesForAutoMLJob", 
        "sagemaker:ListCodeRepositories", 
        "sagemaker:ListCompilationJobs", 
        "sagemaker:ListContexts", 
        "sagemaker:ListDataQualityJobDefinitions", 
        "sagemaker:ListDeviceFleets", 
        "sagemaker:ListDevices", 
        "sagemaker:ListDomains", 
        "sagemaker:ListEdgePackagingJobs", 
        "sagemaker:ListEndpointConfigs", 
        "sagemaker:ListEndpoints", 
        "sagemaker:ListExperiments", 
        "sagemaker:ListFeatureGroups", 
        "sagemaker:ListFlowDefinitions", 
        "sagemaker:ListHumanLoops", 
        "sagemaker:ListHumanTaskUis", 
        "sagemaker:ListHyperParameterTuningJobs", 
        "sagemaker:ListImageVersions", 
        "sagemaker:ListImages", 
        "sagemaker:ListInferenceRecommendationsJobs", 
        "sagemaker:ListLabelingJobs", 
        "sagemaker:ListLabelingJobsForWorkteam", 
        "sagemaker:ListLineageGroups", 
        "sagemaker:ListModelBiasJobDefinitions", 
        "sagemaker:ListModelExplainabilityJobDefinitions", 
        "sagemaker:ListModelMetadata", 
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        "sagemaker:ListModelPackageGroups", 
        "sagemaker:ListModelPackages", 
        "sagemaker:ListModelQualityJobDefinitions", 
        "sagemaker:ListModels", 
        "sagemaker:ListMonitoringExecutions", 
        "sagemaker:ListMonitoringSchedules", 
        "sagemaker:ListNotebookInstanceLifecycleConfigs", 
        "sagemaker:ListNotebookInstances", 
        "sagemaker:ListPipelineExecutionSteps", 
        "sagemaker:ListPipelineExecutions", 
        "sagemaker:ListPipelineParametersForExecution", 
        "sagemaker:ListPipelines", 
        "sagemaker:ListProcessingJobs", 
        "sagemaker:ListProjects", 
        "sagemaker:ListSubscribedWorkteams", 
        "sagemaker:ListTags", 
        "sagemaker:ListTrainingJobs", 
        "sagemaker:ListTrainingJobsForHyperParameterTuningJob", 
        "sagemaker:ListTransformJobs", 
        "sagemaker:ListTrialComponents", 
        "sagemaker:ListTrials", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListWorkforces", 
        "sagemaker:ListWorkteams", 
        "sagemaker:PutLineageGroupPolicy", 
        "sagemaker:PutModelPackageGroupPolicy", 
        "sagemaker:PutRecord", 
        "sagemaker:QueryLineage", 
        "sagemaker:RegisterDevices", 
        "sagemaker:RenderUiTemplate", 
        "sagemaker:Search", 
        "sagemaker:SendHeartbeat", 
        "sagemaker:SendPipelineExecutionStepFailure", 
        "sagemaker:SendPipelineExecutionStepSuccess", 
        "sagemaker:StartHumanLoop", 
        "sagemaker:StartMonitoringSchedule", 
        "sagemaker:StartNotebookInstance", 
        "sagemaker:StartPipelineExecution", 
        "sagemaker:StopAutoMLJob", 
        "sagemaker:StopCompilationJob", 
        "sagemaker:StopEdgePackagingJob", 
        "sagemaker:StopHumanLoop", 
        "sagemaker:StopHyperParameterTuningJob", 
        "sagemaker:StopInferenceRecommendationsJob", 

AWSPolíticas gestionadas para SageMaker 6270



Amazon SageMaker Guía para desarrolladores

        "sagemaker:StopLabelingJob", 
        "sagemaker:StopMonitoringSchedule", 
        "sagemaker:StopNotebookInstance", 
        "sagemaker:StopPipelineExecution", 
        "sagemaker:StopProcessingJob", 
        "sagemaker:StopTrainingJob", 
        "sagemaker:StopTransformJob", 
        "sagemaker:UpdateAction", 
        "sagemaker:UpdateAppImageConfig", 
        "sagemaker:UpdateArtifact", 
        "sagemaker:UpdateCodeRepository", 
        "sagemaker:UpdateContext", 
        "sagemaker:UpdateDeviceFleet", 
        "sagemaker:UpdateDevices", 
        "sagemaker:UpdateDomain", 
        "sagemaker:UpdateEndpoint", 
        "sagemaker:UpdateEndpointWeightsAndCapacities", 
        "sagemaker:UpdateExperiment", 
        "sagemaker:UpdateImage", 
        "sagemaker:UpdateModelPackage", 
        "sagemaker:UpdateMonitoringSchedule", 
        "sagemaker:UpdateNotebookInstance", 
        "sagemaker:UpdateNotebookInstanceLifecycleConfig", 
        "sagemaker:UpdatePipeline", 
        "sagemaker:UpdatePipelineExecution", 
        "sagemaker:UpdateProject", 
        "sagemaker:UpdateTrainingJob", 
        "sagemaker:UpdateTrial", 
        "sagemaker:UpdateTrialComponent", 
        "sagemaker:UpdateUserProfile", 
        "sagemaker:UpdateWorkforce", 
        "sagemaker:UpdateWorkteam" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:endpoint/*", 
        "arn:aws:sagemaker:*:*:endpoint-config/*", 
        "arn:aws:sagemaker:*:*:model/*", 
        "arn:aws:sagemaker:*:*:pipeline/*", 
        "arn:aws:sagemaker:*:*:project/*", 
        "arn:aws:sagemaker:*:*:model-package/*" 
      ] 
    } 
  ]
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}

AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsCode PipelineServiceRolePolicy

Esta política se utiliza AWS CodePipeline en los productos AWS Service Catalog aprovisionados de 
la SageMaker cartera de Amazon. La política está destinada a adjuntarse a una función de IAM que 
la AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS recursos creados 
por ella CodePipeline que requieren una función.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• cloudformation— Crear, leer, eliminar y actualizar CloudFormation pilas; crear, leer, eliminar 
y ejecutar conjuntos de cambios; establecer una política de pilas. Estos permisos se limitan a los 
recursos cuyo nombre comience por “sagemaker-”.

• s3: crea, lee, enumera y elimina buckets de Amazon S3; agrega, lee y elimina objetos de los 
buckets; lee y establece la configuración de CORS; lee la lista de control de acceso (ACL); y lee la 
región de AWS en la que reside el bucket.

Estos permisos se limitan a los buckets cuyo nombre comience por “sagemaker-” or “aws-glue-”.

• iam: transfiere el rol AmazonSageMakerServiceCatalogProductsCloudformationRole.

• codebuild— Obtenga información sobre las CodeBuild compilaciones e inicie las compilaciones. 
Estos permisos se limitan a los proyectos y recursos de compilación cuyo nombre comience por 
“sagemaker-”.

• codecommit— Sube CodeCommit archivos a los CodeBuild pipelines, consulta el estado de las 
subidas y cancela las subidas; obtén información sobre sucursales y confirmaciones.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:CreateChangeSet", 
        "cloudformation:CreateStack", 
        "cloudformation:DescribeChangeSet", 
        "cloudformation:DeleteChangeSet", 
        "cloudformation:DeleteStack", 
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        "cloudformation:DescribeStacks", 
        "cloudformation:ExecuteChangeSet", 
        "cloudformation:SetStackPolicy", 
        "cloudformation:UpdateStack" 
      ], 
      "Resource": "arn:aws:cloudformation:*:*:stack/sagemaker-*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:AbortMultipartUpload", 
        "s3:DeleteObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:PutObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCloudformationRole" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codebuild:BatchGetBuilds", 
        "codebuild:StartBuild" 
      ], 
      "Resource": [ 
        "arn:aws:codebuild:*:*:project/sagemaker-*", 
        "arn:aws:codebuild:*:*:build/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
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        "codecommit:CancelUploadArchive", 
        "codecommit:GetBranch", 
        "codecommit:GetCommit", 
        "codecommit:GetUploadArchiveStatus", 
        "codecommit:UploadArchive" 
      ], 
      "Resource": "arn:aws:codecommit:*:*:sagemaker-*" 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsEvents ServiceRolePolicy

Amazon utiliza esta política EventBridge en los productos AWS Service Catalog aprovisionados de 
la SageMaker cartera de Amazon. La política está destinada a adjuntarse a un rol de IAM que el
AmazonSageMakerServiceCatalogProductsLaunchrol transfiere a los AWS recursos creados por 
ellos EventBridge que requieren un rol.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• codepipeline— Iniciar una CodeBuild ejecución. Estos permisos se limitan a canalizaciones 
cuyo nombre comience por “sagemaker-”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "codepipeline:StartPipelineExecution", 
      "Resource": "arn:aws:codepipeline:*:*:sagemaker-*" 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsFirehose ServiceRolePolicy

Amazon Kinesis Data Firehose utiliza esta política en los productos aprovisionados AWS Service 
Catalog de la cartera de Amazon. SageMaker La política está destinada a adjuntarse a una función 
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de IAM que la AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS 
recursos creados por Kinesis Data Firehose que requieren una función.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• firehose: envía los registros de Kinesis Data Firehose. Estos permisos se limitan a los recursos 
cuyo nombre de transmisión de entrega comience por “sagemaker-”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "VisualEditor0", 
      "Effect": "Allow", 
      "Action": [ 
        "firehose:PutRecord", 
        "firehose:PutRecordBatch" 
      ], 
      "Resource": "arn:aws:firehose:*:*:deliverystream/sagemaker-*" 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsGlue ServiceRolePolicy

AWSGlue utiliza esta política en los productos aprovisionados por AWS Service Catalog de la 
SageMaker cartera de Amazon. La política está destinada a adjuntarse a una función de IAM que la
AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS recursos creados 
por Glue que requieren una función.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• glue: crea, lee y elimina particiones, tablas y versiones de tablas de AWS Glue. Estos permisos 
se limitan a los recursos cuyo nombre comience por “sagemaker-”. Crea y lee bases de datos 
de AWS Glue. Estos permisos se limitan a las bases de datos cuyo nombre sea “default”, 
“global_temp” o comience por “sagemaker-”. Funciones definidas por el usuario.
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• s3: crea, lee, enumera y elimina buckets de Amazon S3; agrega, lee y elimina objetos de los 
buckets; lee y establece la configuración de CORS; lee la lista de control de acceso (ACL); y lee la 
región de AWS en la que reside el bucket.

Estos permisos se limitan a los buckets cuyo nombre comience por “sagemaker-” or “aws-glue-”.

• logs— Cree, lea y elimine CloudWatch registros, grupos de registros, transmisiones y entregas; y 
cree una política de recursos.

Estos permisos se limitan a los recursos cuyo prefijo de nombre comience por “aws/glue/”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:BatchCreatePartition", 
        "glue:BatchDeletePartition", 
        "glue:BatchDeleteTable", 
        "glue:BatchDeleteTableVersion", 
        "glue:BatchGetPartition", 
        "glue:CreateDatabase", 
        "glue:CreatePartition", 
        "glue:CreateTable", 
        "glue:DeletePartition", 
        "glue:DeleteTable", 
        "glue:DeleteTableVersion", 
        "glue:GetDatabase", 
        "glue:GetPartition", 
        "glue:GetPartitions", 
        "glue:GetTable", 
        "glue:GetTables", 
        "glue:GetTableVersion", 
        "glue:GetTableVersions", 
        "glue:SearchTables", 
        "glue:UpdatePartition", 
        "glue:UpdateTable", 
        "glue:GetUserDefinedFunctions" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:catalog", 
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        "arn:aws:glue:*:*:database/default", 
        "arn:aws:glue:*:*:database/global_temp", 
        "arn:aws:glue:*:*:database/sagemaker-*", 
        "arn:aws:glue:*:*:table/sagemaker-*", 
        "arn:aws:glue:*:*:tableVersion/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:CreateBucket", 
        "s3:DeleteBucket", 
        "s3:GetBucketAcl", 
        "s3:GetBucketCors", 
        "s3:GetBucketLocation", 
        "s3:ListAllMyBuckets", 
        "s3:ListBucket", 
        "s3:ListBucketMultipartUploads", 
        "s3:PutBucketCors" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:AbortMultipartUpload", 
        "s3:DeleteObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:PutObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
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        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:Describe*", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:ListLogDeliveries", 
        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery" 
      ], 
      "Resource": "arn:aws:logs:*:*:log-group:/aws/glue/*" 
    } 
  ]
}

AWSpolítica gestionada: AmazonSageMakerServiceCatalogProductsLambda ServiceRolePolicy

Esta política se utiliza AWS Lambda en los productos AWS Service Catalog aprovisionados de la 
SageMaker cartera de Amazon. La política está destinada a adjuntarse a una función de IAM que la
AmazonSageMakerServiceCatalogProductsLaunchfunción transfiere a los AWS recursos creados 
por Lambda que requieren una función.

Detalles de los permisos

Esta política incluye los siguientes permisos.

• sagemaker— Permitir el acceso a varios SageMaker recursos.

• ecr: crea y elimina repositorios de Amazon ECR; crea, lee y elimina imágenes de contenedores; 
carga capas de imágenes. Estos permisos se limitan a los repositorios cuyo nombre comience por 
“sagemaker-”.

• events— Crear, leer y eliminar EventBridge reglas de Amazon; y crear y eliminar objetivos. Estos 
permisos se limitan a las reglas cuyo nombre comience por “sagemaker-”.

• s3: crea, lee, enumera y elimina buckets de Amazon S3; agrega, lee y elimina objetos de los 
buckets; lee y establece la configuración de CORS; lee la lista de control de acceso (ACL); y lee la 
región de AWS en la que reside el bucket.

Estos permisos se limitan a los buckets cuyo nombre comience por “sagemaker-” or “aws-glue-”.

• iam: transfiere el rol AmazonSageMakerServiceCatalogProductsExecutionRole.

• logs— Crea, lee y elimina CloudWatch registros, grupos de registros, transmisiones y entregas; y 
crea una política de recursos.
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Estos permisos se limitan a los recursos cuyo prefijo de nombre comience por “aws/lambda/”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:DescribeImages", 
        "ecr:BatchDeleteImage", 
        "ecr:CompleteLayerUpload", 
        "ecr:CreateRepository", 
        "ecr:DeleteRepository", 
        "ecr:InitiateLayerUpload", 
        "ecr:PutImage", 
        "ecr:UploadLayerPart" 
      ], 
      "Resource": [ 
        "arn:aws:ecr:*:*:repository/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "events:DeleteRule", 
        "events:DescribeRule", 
        "events:PutRule", 
        "events:PutTargets", 
        "events:RemoveTargets" 
      ], 
      "Resource": [ 
        "arn:aws:events:*:*:rule/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:CreateBucket", 
        "s3:DeleteBucket", 
        "s3:GetBucketAcl", 
        "s3:GetBucketCors", 
        "s3:GetBucketLocation", 

AWSPolíticas gestionadas para SageMaker 6279



Amazon SageMaker Guía para desarrolladores

        "s3:ListAllMyBuckets", 
        "s3:ListBucket", 
        "s3:ListBucketMultipartUploads", 
        "s3:PutBucketCors" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:AbortMultipartUpload", 
        "s3:DeleteObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:PutObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddAssociation", 
        "sagemaker:AddTags", 
        "sagemaker:AssociateTrialComponent", 
        "sagemaker:BatchDescribeModelPackage", 
        "sagemaker:BatchGetMetrics", 
        "sagemaker:BatchGetRecord", 
        "sagemaker:BatchPutMetrics", 
        "sagemaker:CreateAction", 
        "sagemaker:CreateAlgorithm", 
        "sagemaker:CreateApp", 
        "sagemaker:CreateAppImageConfig", 
        "sagemaker:CreateArtifact", 
        "sagemaker:CreateAutoMLJob", 
        "sagemaker:CreateCodeRepository", 
        "sagemaker:CreateCompilationJob", 
        "sagemaker:CreateContext", 
        "sagemaker:CreateDataQualityJobDefinition", 
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        "sagemaker:CreateDeviceFleet", 
        "sagemaker:CreateDomain", 
        "sagemaker:CreateEdgePackagingJob", 
        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateExperiment", 
        "sagemaker:CreateFeatureGroup", 
        "sagemaker:CreateFlowDefinition", 
        "sagemaker:CreateHumanTaskUi", 
        "sagemaker:CreateHyperParameterTuningJob", 
        "sagemaker:CreateImage", 
        "sagemaker:CreateImageVersion", 
        "sagemaker:CreateInferenceRecommendationsJob", 
        "sagemaker:CreateLabelingJob", 
        "sagemaker:CreateLineageGroupPolicy", 
        "sagemaker:CreateModel", 
        "sagemaker:CreateModelBiasJobDefinition", 
        "sagemaker:CreateModelExplainabilityJobDefinition", 
        "sagemaker:CreateModelPackage", 
        "sagemaker:CreateModelPackageGroup", 
        "sagemaker:CreateModelQualityJobDefinition", 
        "sagemaker:CreateMonitoringSchedule", 
        "sagemaker:CreateNotebookInstance", 
        "sagemaker:CreateNotebookInstanceLifecycleConfig", 
        "sagemaker:CreatePipeline", 
        "sagemaker:CreatePresignedDomainUrl", 
        "sagemaker:CreatePresignedNotebookInstanceUrl", 
        "sagemaker:CreateProcessingJob", 
        "sagemaker:CreateProject", 
        "sagemaker:CreateTrainingJob", 
        "sagemaker:CreateTransformJob", 
        "sagemaker:CreateTrial", 
        "sagemaker:CreateTrialComponent", 
        "sagemaker:CreateUserProfile", 
        "sagemaker:CreateWorkforce", 
        "sagemaker:CreateWorkteam", 
        "sagemaker:DeleteAction", 
        "sagemaker:DeleteAlgorithm", 
        "sagemaker:DeleteApp", 
        "sagemaker:DeleteAppImageConfig", 
        "sagemaker:DeleteArtifact", 
        "sagemaker:DeleteAssociation", 
        "sagemaker:DeleteCodeRepository", 
        "sagemaker:DeleteContext", 
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        "sagemaker:DeleteDataQualityJobDefinition", 
        "sagemaker:DeleteDeviceFleet", 
        "sagemaker:DeleteDomain", 
        "sagemaker:DeleteEndpoint", 
        "sagemaker:DeleteEndpointConfig", 
        "sagemaker:DeleteExperiment", 
        "sagemaker:DeleteFeatureGroup", 
        "sagemaker:DeleteFlowDefinition", 
        "sagemaker:DeleteHumanLoop", 
        "sagemaker:DeleteHumanTaskUi", 
        "sagemaker:DeleteImage", 
        "sagemaker:DeleteImageVersion", 
        "sagemaker:DeleteLineageGroupPolicy", 
        "sagemaker:DeleteModel", 
        "sagemaker:DeleteModelBiasJobDefinition", 
        "sagemaker:DeleteModelExplainabilityJobDefinition", 
        "sagemaker:DeleteModelPackage", 
        "sagemaker:DeleteModelPackageGroup", 
        "sagemaker:DeleteModelPackageGroupPolicy", 
        "sagemaker:DeleteModelQualityJobDefinition", 
        "sagemaker:DeleteMonitoringSchedule", 
        "sagemaker:DeleteNotebookInstance", 
        "sagemaker:DeleteNotebookInstanceLifecycleConfig", 
        "sagemaker:DeletePipeline", 
        "sagemaker:DeleteProject", 
        "sagemaker:DeleteRecord", 
        "sagemaker:DeleteTags", 
        "sagemaker:DeleteTrial", 
        "sagemaker:DeleteTrialComponent", 
        "sagemaker:DeleteUserProfile", 
        "sagemaker:DeleteWorkforce", 
        "sagemaker:DeleteWorkteam", 
        "sagemaker:DeregisterDevices", 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeAlgorithm", 
        "sagemaker:DescribeApp", 
        "sagemaker:DescribeAppImageConfig", 
        "sagemaker:DescribeArtifact", 
        "sagemaker:DescribeAutoMLJob", 
        "sagemaker:DescribeCodeRepository", 
        "sagemaker:DescribeCompilationJob", 
        "sagemaker:DescribeContext", 
        "sagemaker:DescribeDataQualityJobDefinition", 
        "sagemaker:DescribeDevice", 
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        "sagemaker:DescribeDeviceFleet", 
        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeEdgePackagingJob", 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:DescribeExperiment", 
        "sagemaker:DescribeFeatureGroup", 
        "sagemaker:DescribeFlowDefinition", 
        "sagemaker:DescribeHumanLoop", 
        "sagemaker:DescribeHumanTaskUi", 
        "sagemaker:DescribeHyperParameterTuningJob", 
        "sagemaker:DescribeImage", 
        "sagemaker:DescribeImageVersion", 
        "sagemaker:DescribeInferenceRecommendationsJob", 
        "sagemaker:DescribeLabelingJob", 
        "sagemaker:DescribeLineageGroup", 
        "sagemaker:DescribeModel", 
        "sagemaker:DescribeModelBiasJobDefinition", 
        "sagemaker:DescribeModelExplainabilityJobDefinition", 
        "sagemaker:DescribeModelPackage", 
        "sagemaker:DescribeModelPackageGroup", 
        "sagemaker:DescribeModelQualityJobDefinition", 
        "sagemaker:DescribeMonitoringSchedule", 
        "sagemaker:DescribeNotebookInstance", 
        "sagemaker:DescribeNotebookInstanceLifecycleConfig", 
        "sagemaker:DescribePipeline", 
        "sagemaker:DescribePipelineDefinitionForExecution", 
        "sagemaker:DescribePipelineExecution", 
        "sagemaker:DescribeProcessingJob", 
        "sagemaker:DescribeProject", 
        "sagemaker:DescribeSubscribedWorkteam", 
        "sagemaker:DescribeTrainingJob", 
        "sagemaker:DescribeTransformJob", 
        "sagemaker:DescribeTrial", 
        "sagemaker:DescribeTrialComponent", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeWorkforce", 
        "sagemaker:DescribeWorkteam", 
        "sagemaker:DisableSagemakerServicecatalogPortfolio", 
        "sagemaker:DisassociateTrialComponent", 
        "sagemaker:EnableSagemakerServicecatalogPortfolio", 
        "sagemaker:GetDeviceFleetReport", 
        "sagemaker:GetDeviceRegistration", 
        "sagemaker:GetLineageGroupPolicy", 
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        "sagemaker:GetModelPackageGroupPolicy", 
        "sagemaker:GetRecord", 
        "sagemaker:GetSagemakerServicecatalogPortfolioStatus", 
        "sagemaker:GetSearchSuggestions", 
        "sagemaker:InvokeEndpoint", 
        "sagemaker:InvokeEndpointAsync", 
        "sagemaker:ListActions", 
        "sagemaker:ListAlgorithms", 
        "sagemaker:ListAppImageConfigs", 
        "sagemaker:ListApps", 
        "sagemaker:ListArtifacts", 
        "sagemaker:ListAssociations", 
        "sagemaker:ListAutoMLJobs", 
        "sagemaker:ListCandidatesForAutoMLJob", 
        "sagemaker:ListCodeRepositories", 
        "sagemaker:ListCompilationJobs", 
        "sagemaker:ListContexts", 
        "sagemaker:ListDataQualityJobDefinitions", 
        "sagemaker:ListDeviceFleets", 
        "sagemaker:ListDevices", 
        "sagemaker:ListDomains", 
        "sagemaker:ListEdgePackagingJobs", 
        "sagemaker:ListEndpointConfigs", 
        "sagemaker:ListEndpoints", 
        "sagemaker:ListExperiments", 
        "sagemaker:ListFeatureGroups", 
        "sagemaker:ListFlowDefinitions", 
        "sagemaker:ListHumanLoops", 
        "sagemaker:ListHumanTaskUis", 
        "sagemaker:ListHyperParameterTuningJobs", 
        "sagemaker:ListImageVersions", 
        "sagemaker:ListImages", 
        "sagemaker:ListInferenceRecommendationsJobs", 
        "sagemaker:ListLabelingJobs", 
        "sagemaker:ListLabelingJobsForWorkteam", 
        "sagemaker:ListLineageGroups", 
        "sagemaker:ListModelBiasJobDefinitions", 
        "sagemaker:ListModelExplainabilityJobDefinitions", 
        "sagemaker:ListModelMetadata", 
        "sagemaker:ListModelPackageGroups", 
        "sagemaker:ListModelPackages", 
        "sagemaker:ListModelQualityJobDefinitions", 
        "sagemaker:ListModels", 
        "sagemaker:ListMonitoringExecutions", 
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        "sagemaker:ListMonitoringSchedules", 
        "sagemaker:ListNotebookInstanceLifecycleConfigs", 
        "sagemaker:ListNotebookInstances", 
        "sagemaker:ListPipelineExecutionSteps", 
        "sagemaker:ListPipelineExecutions", 
        "sagemaker:ListPipelineParametersForExecution", 
        "sagemaker:ListPipelines", 
        "sagemaker:ListProcessingJobs", 
        "sagemaker:ListProjects", 
        "sagemaker:ListSubscribedWorkteams", 
        "sagemaker:ListTags", 
        "sagemaker:ListTrainingJobs", 
        "sagemaker:ListTrainingJobsForHyperParameterTuningJob", 
        "sagemaker:ListTransformJobs", 
        "sagemaker:ListTrialComponents", 
        "sagemaker:ListTrials", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListWorkforces", 
        "sagemaker:ListWorkteams", 
        "sagemaker:PutLineageGroupPolicy", 
        "sagemaker:PutModelPackageGroupPolicy", 
        "sagemaker:PutRecord", 
        "sagemaker:QueryLineage", 
        "sagemaker:RegisterDevices", 
        "sagemaker:RenderUiTemplate", 
        "sagemaker:Search", 
        "sagemaker:SendHeartbeat", 
        "sagemaker:SendPipelineExecutionStepFailure", 
        "sagemaker:SendPipelineExecutionStepSuccess", 
        "sagemaker:StartHumanLoop", 
        "sagemaker:StartMonitoringSchedule", 
        "sagemaker:StartNotebookInstance", 
        "sagemaker:StartPipelineExecution", 
        "sagemaker:StopAutoMLJob", 
        "sagemaker:StopCompilationJob", 
        "sagemaker:StopEdgePackagingJob", 
        "sagemaker:StopHumanLoop", 
        "sagemaker:StopHyperParameterTuningJob", 
        "sagemaker:StopInferenceRecommendationsJob", 
        "sagemaker:StopLabelingJob", 
        "sagemaker:StopMonitoringSchedule", 
        "sagemaker:StopNotebookInstance", 
        "sagemaker:StopPipelineExecution", 
        "sagemaker:StopProcessingJob", 
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        "sagemaker:StopTrainingJob", 
        "sagemaker:StopTransformJob", 
        "sagemaker:UpdateAction", 
        "sagemaker:UpdateAppImageConfig", 
        "sagemaker:UpdateArtifact", 
        "sagemaker:UpdateCodeRepository", 
        "sagemaker:UpdateContext", 
        "sagemaker:UpdateDeviceFleet", 
        "sagemaker:UpdateDevices", 
        "sagemaker:UpdateDomain", 
        "sagemaker:UpdateEndpoint", 
        "sagemaker:UpdateEndpointWeightsAndCapacities", 
        "sagemaker:UpdateExperiment", 
        "sagemaker:UpdateImage", 
        "sagemaker:UpdateModelPackage", 
        "sagemaker:UpdateMonitoringSchedule", 
        "sagemaker:UpdateNotebookInstance", 
        "sagemaker:UpdateNotebookInstanceLifecycleConfig", 
        "sagemaker:UpdatePipeline", 
        "sagemaker:UpdatePipelineExecution", 
        "sagemaker:UpdateProject", 
        "sagemaker:UpdateTrainingJob", 
        "sagemaker:UpdateTrial", 
        "sagemaker:UpdateTrialComponent", 
        "sagemaker:UpdateUserProfile", 
        "sagemaker:UpdateWorkforce", 
        "sagemaker:UpdateWorkteam" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:action/*", 
        "arn:aws:sagemaker:*:*:algorithm/*", 
        "arn:aws:sagemaker:*:*:app-image-config/*", 
        "arn:aws:sagemaker:*:*:artifact/*", 
        "arn:aws:sagemaker:*:*:automl-job/*", 
        "arn:aws:sagemaker:*:*:code-repository/*", 
        "arn:aws:sagemaker:*:*:compilation-job/*", 
        "arn:aws:sagemaker:*:*:context/*", 
        "arn:aws:sagemaker:*:*:data-quality-job-definition/*", 
        "arn:aws:sagemaker:*:*:device-fleet/*/device/*", 
        "arn:aws:sagemaker:*:*:device-fleet/*", 
        "arn:aws:sagemaker:*:*:edge-packaging-job/*", 
        "arn:aws:sagemaker:*:*:endpoint/*", 
        "arn:aws:sagemaker:*:*:endpoint-config/*", 
        "arn:aws:sagemaker:*:*:experiment/*", 
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        "arn:aws:sagemaker:*:*:experiment-trial/*", 
        "arn:aws:sagemaker:*:*:experiment-trial-component/*", 
        "arn:aws:sagemaker:*:*:feature-group/*", 
        "arn:aws:sagemaker:*:*:human-loop/*", 
        "arn:aws:sagemaker:*:*:human-task-ui/*", 
        "arn:aws:sagemaker:*:*:hyper-parameter-tuning-job/*", 
        "arn:aws:sagemaker:*:*:image/*", 
        "arn:aws:sagemaker:*:*:image-version/*/*", 
        "arn:aws:sagemaker:*:*:inference-recommendations-job/*", 
        "arn:aws:sagemaker:*:*:labeling-job/*", 
        "arn:aws:sagemaker:*:*:model/*", 
        "arn:aws:sagemaker:*:*:model-bias-job-definition/*", 
        "arn:aws:sagemaker:*:*:model-explainability-job-definition/*", 
        "arn:aws:sagemaker:*:*:model-package/*", 
        "arn:aws:sagemaker:*:*:model-package-group/*", 
        "arn:aws:sagemaker:*:*:model-quality-job-definition/*", 
        "arn:aws:sagemaker:*:*:monitoring-schedule/*", 
        "arn:aws:sagemaker:*:*:notebook-instance/*", 
        "arn:aws:sagemaker:*:*:notebook-instance-lifecycle-config/*", 
        "arn:aws:sagemaker:*:*:pipeline/*", 
        "arn:aws:sagemaker:*:*:pipeline/*/execution/*", 
        "arn:aws:sagemaker:*:*:processing-job/*", 
        "arn:aws:sagemaker:*:*:project/*", 
        "arn:aws:sagemaker:*:*:training-job/*", 
        "arn:aws:sagemaker:*:*:transform-job/*", 
        "arn:aws:sagemaker:*:*:workforce/*", 
        "arn:aws:sagemaker:*:*:workteam/*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:service-role/
AmazonSageMakerServiceCatalogProductsExecutionRole" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
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        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:DescribeLogGroups", 
        "logs:DescribeLogStreams", 
        "logs:DescribeResourcePolicies", 
        "logs:DescribeDestinations", 
        "logs:DescribeExportTasks", 
        "logs:DescribeMetricFilters", 
        "logs:DescribeQueries", 
        "logs:DescribeQueryDefinitions", 
        "logs:DescribeSubscriptionFilters", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:ListLogDeliveries", 
        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery" 
      ], 
      "Resource": "arn:aws:logs:*:*:log-group:/aws/lambda/*" 
    } 
  ]
}

Amazon SageMaker actualiza las políticas AWS gestionadas de AWS Service Catalog

Consulta los detalles sobre las actualizaciones de las políticas AWS gestionadas de Amazon 
SageMaker desde que este servicio comenzó a realizar el seguimiento de estos cambios.

Política Versión Cambio Date

AmazonSageMakerPar 
tnerServiceCatalog 
ProductsApiGateway 
ServiceRolePolicy

1 Política inicial 1 de agosto de 2023

AmazonSageMakerPar 
tnerServiceCatalog 
ProductsCloudForma 
tionServiceRolePolicy

1 Política inicial 1 de agosto de 2023
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Política Versión Cambio Date

AmazonSageMakerPar 
tnerServiceCatalog 
ProductsLambdaServ 
iceRolePolicy

1 Política inicial 1 de agosto de 2023

AmazonSageMakerSer 
viceCatalogProduct 
sGlueServiceRolePolicy

2 Se agregó el permiso 
para glue:GetU 
serDefine 
dFunctions .

26 de agosto de 2022

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

7 Se agregó el permiso 
para sagemaker 
:AddTags .

2 de agosto de 2022

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

6 Se agregó el permiso 
para lambda:Ta 
gResource .

14 de julio de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sLambdaServiceRole 
Policy

1 Política inicial 4 de abril de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sApiGatewayService 
RolePolicy

1 Política inicial 24 de marzo de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sCloudformationSer 
viceRolePolicy

1 Política inicial 24 de marzo de 2022

AWSPolíticas gestionadas para SageMaker 6289



Amazon SageMaker Guía para desarrolladores

Política Versión Cambio Date

AmazonSageMakerSer 
viceCatalogProduct 
sCodeBuildServiceR 
olePolicy

1 Política inicial 24 de marzo de 2022

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

5 Se agregó un nuevo 
permiso para ecr-idp:T 
agResource .

21 de marzo de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sCodePipelineServi 
ceRolePolicy

1 Política inicial 22 de febrero de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sEventsServiceRole 
Policy

1 Política inicial 22 de febrero de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sFirehoseServiceRo 
lePolicy

1 Política inicial 22 de febrero de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sGlueServiceRolePolicy

1 Política inicial 22 de febrero de 2022

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

4 Se agregaron permisos 
para cognito-i 
dp:TagResource  y
s3:PutBucketCORS .

16 de febrero de 2022
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Política Versión Cambio Date

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

3 Se agregaron nuevos 
permisos para
sagemaker .

Crea, lee, actualiza y 
elimina SageMaker 
imágenes.

15 de septiembre 
de 2021

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

2 Se agregaron permisos 
para sagemaker  y
codestar-connectio 
ns .

Crea, lee, actualiza y 
elimina repositorios de 
código.

Transfiere las conexiones 
de AWS CodeStar a AWS 
CodePipeline.

1 de julio de 2021

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

1 Política inicial 27 de noviembre de 2020

SageMaker Actualizaciones de las políticas AWS gestionadas

Consulta los detalles sobre las actualizaciones de las políticas AWS gestionadas SageMaker desde 
que este servicio comenzó a rastrear estos cambios.

Política Versión Cambio Date

AmazonSageMakerFul 
lAccess: actualización de 
una política existente

25 Agrega sagemaker 
:CreateAp 
p sagemaker 
:Describe 

30 de noviembre de 2023
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Política Versión Cambio Date

App ,sagemaker 
:DeleteAp 
p ,sagemaker 
:CreateSp 
ace ,sagemaker 
:UpdateSp 
ace ,sagemaker 
:DeleteSpace ,
s3express:CreateSe 
ssion s3express 
:CreateBucket , y
s3express:ListAllM 
yDirectoryBuckets
permisos.

AmazonSageMakerFul 
lAccess - Actualizar a una 
política existente

24 Se agregaron los 
permisos sagemaker 
-geospatial:* ,
sagemaker:AddTags ,
sagemaker-ListTags

, sagemaker-
DescribeSpace  y
sagemaker:ListSpac 
es .

30 de noviembre de 2022

AmazonSageMakerFul 
lAccess - Actualización a 
una política existente

23 Add glue:Upda 
teTable .

29 de junio de 2022

AmazonSageMakerFul 
lAccess - Actualización a 
una política existente

22 Add cloudform 
ation:Lis 
tStackResources .

1 de mayo de 2022
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Política Versión Cambio Date

AmazonSageMakerRea 
dOnly: actualización de 
una política existente

11 Se agregaron los 
permisos sagemaker 
:QueryLineage ,
sagemaker:GetLinea 
geGroupPolicy ,
sagemaker:BatchDes 
cribeMode 
lPackage , sagemaker 
:GetModel 
PackageGr 
oupPolicy .

1 de diciembre de 2021

AmazonSageMakerFul 
lAccess - Actualización a 
una política existente

21 Se agregaron los 
permisos sns:Publi 
sh  para los puntos de 
conexión con la inferencia 
asíncrona habilitada.

8 de septiembre de 2021

AmazonSageMakerFul 
lAccess - Actualización a 
una política existente

20 Se actualizaron los 
recursos y los permisos 
de iam:PassRole .

15 de julio de 2021

AmazonSageMakerRea 
dOnly - Actualización a 
una política existente

10 BatchGetRecord Se 
agregó una nueva API 
para SageMaker Feature 
Store.

10 de junio de 2021

    SageMaker comenzó a 
realizar un seguimiento 
de los cambios en sus 
políticas AWS gestionad 
as.

1 de junio de 2021
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Solución de problemas de Amazon SageMaker Identity and Access

Utilice la siguiente información como ayuda para diagnosticar y solucionar los problemas más 
comunes que pueden surgir al trabajar con un SageMaker IAM.

Temas

• No estoy autorizado a realizar ninguna acción en SageMaker

• No estoy autorizado a realizar lo siguiente: PassRole

• Quiero permitir a personas externas a mi cuenta de AWS el acceso a mis recursos de SageMaker

No estoy autorizado a realizar ninguna acción en SageMaker

Si la AWS Management Console le indica que no tiene autorización para llevar a cabo una acción, 
debe ponerse en contacto con su administrador para recibir ayuda. El administrador es la persona 
que le proporcionó las credenciales de inicio de sesión.

En el siguiente ejemplo, el error se produce cuando el usuario de IAM mateojackson intenta 
utilizar la consola para ver detalles sobre un trabajo de entrenamiento pero no tiene permisos de
sagemaker:sagemaker:DescribeTrainingJob.

User: arn:aws:iam::123456789012:user/mateojackson is not 
            authorized to perform: sagemaker:DescribeTrainingJob on resource: my-
example-widget

En este caso, Mateo pide a su administrador que actualice sus políticas de forma que pueda obtener 
acceso al recurso TrainingJob mediante la acción sagemaker:DescribeTrainingJob.

No estoy autorizado a realizar lo siguiente: PassRole

Si recibe un error que indica que no tiene autorización para realizar la acción iam:PassRole, las 
políticas deben actualizarse a fin de permitirle pasar un rol a SageMaker.

Algunos Servicios de AWS le permiten transferir un rol existente a dicho servicio en lugar de crear un 
nuevo rol de servicio o uno vinculado al servicio. Para ello, debe tener permisos para transferir el rol 
al servicio.

En el siguiente ejemplo, el error se produce cuando un usuario de IAM denominado marymajor
intenta utilizar la consola para realizar una acción en SageMaker. Sin embargo, la acción requiere 
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que el servicio cuente con permisos que concede un rol de servicio. Mary no tiene permisos para 
transferir el rol al servicio.

User: arn:aws:iam::123456789012:user/marymajor is not authorized to perform: 
 iam:PassRole

En este caso, las políticas de Mary se deben actualizar para permitirle realizar la acción
iam:PassRole.

Si necesita ayuda, póngase en contacto con su administrador de AWS. El administrador es la 
persona que le proporcionó las credenciales de inicio de sesión.

Quiero permitir a personas externas a mi cuenta de AWS el acceso a mis recursos de 
SageMaker

Puede crear un rol que los usuarios de otras cuentas o las personas externas a la organización 
puedan utilizar para acceder a sus recursos. Puede especificar una persona de confianza para que 
asuma el rol. En el caso de los servicios que admitan las políticas basadas en recursos o las listas de 
control de acceso (ACL), puede utilizar dichas políticas para conceder a las personas acceso a sus 
recursos.

Para más información, consulte lo siguiente:

• Para saber si SageMaker es compatible con estas funciones, consulteCómo SageMaker funciona 
Amazon con IAM.

• Para obtener información acerca de cómo proporcionar acceso a los recursos de las Cuentas de 
AWS de su propiedad, consulte Proporcionar acceso a un usuario de IAM a otra Cuenta de AWS 
de la que es propietario en la Guía del usuario de IAM.

• Para obtener información acerca de cómo proporcionar acceso a tus recursos a Cuentas de AWS 
de terceros, consulte Proporcionar acceso a Cuentas de AWS que son propiedad de terceros en la
Guía del usuario de IAM.

• Para obtener información sobre cómo proporcionar acceso mediante federación de identidades, 
consulte Proporcionar acceso a usuarios autenticados externamente (federación de identidades)
en la Guía del usuario de IAM.

• Para obtener información sobre la diferencia entre los roles y las políticas basadas en recursos 
para el acceso entre cuentas, consulte Cómo los roles de IAM difieren de las políticas basadas en 
recursos en la Guía del Usuario de IAM.
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Registro y supervisión

Puedes monitorear Amazon SageMaker con Amazon CloudWatch, que recopila datos sin procesar 
y los procesa para convertirlos en métricas legibles y casi en tiempo real. Estas estadísticas se 
mantienen durante 15 meses, de forma que pueda obtener acceso a información histórica y disponer 
de una mejor perspectiva sobre el desempeño de su aplicación web o servicio. También puede 
establecer alarmas que observen determinados umbrales y enviar notificaciones o realizar acciones 
cuando se cumplan dichos umbrales. Para obtener más información, consulte Supervisa Amazon 
SageMaker con Amazon CloudWatch.

Amazon CloudWatch Logs le permite supervisar, almacenar y acceder a sus archivos de registro 
desde instancias de Amazon EC2 y otras fuentes. AWS CloudTrail Puede recopilar métricas y 
realizar un seguimiento, crear paneles personalizados y configurar alarmas que le notifiquen o tomen 
medidas cuando una métrica específica alcance un umbral que usted especifique. CloudWatch 
Los registros pueden supervisar la información de los archivos de registro y notificarle cuando 
se alcanzan determinados umbrales. También se pueden archivar los datos del registro en un 
almacenamiento de larga duración. Para obtener más información, consulte Registra SageMaker los 
eventos de Amazon con Amazon CloudWatch.

AWS CloudTrail proporciona un registro de las medidas adoptadas por un usuario, un rol o un 
servicio de AWS en SageMaker. Con la información recopilada CloudTrail, puede determinar el 
destinatario de la solicitud SageMaker, la dirección IP desde la que se realizó la solicitud, quién 
la realizó, cuándo se realizó y detalles adicionales. Para obtener más información, Registra las 
llamadas a SageMaker la API de Amazon con AWS CloudTrail.

Note

CloudTrail no supervisa las llamadas a runtime_InvokeEndpoint.

Puede crear reglas en Amazon CloudWatch Events para reaccionar a los cambios de estado en un 
trabajo de SageMaker formación, ajuste de hiperparámetros o transformación por lotes. Para obtener 
más información, consulte Automatizar Amazon SageMaker con Amazon EventBridge.

Validación de conformidad para Amazon SageMaker

Para saber si un Servicio de AWS está incluido en el ámbito de programas de conformidad 
específicos, consulte Servicios de AWS en el ámbito del programa de conformidad y elija 
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el programa de conformidad que le interese. Para obtener información general, consulte
AWSProgramas de conformidad de .

Puede descargar los informes de auditoría de terceros utilizando AWS Artifact. Para obtener más 
información, consulte Descarga de informes en AWS Artifact.

Su responsabilidad de conformidad al utilizar Servicios de AWS se determina en función de 
la sensibilidad de los datos, los objetivos de conformidad de su empresa y la legislación y los 
reglamentos correspondientes. AWS proporciona los siguientes recursos para ayudar con la 
conformidad:

• Guías de inicio rápido de seguridad y conformidad: estas guías de implementación tratan 
consideraciones sobre arquitectura y ofrecen pasos para implementar los entornos de referencia 
centrados en la seguridad y la conformidad en AWS.

• Arquitectura para la seguridad y el cumplimiento de la HIPAA en Amazon Web Services: este 
documento técnico describe cómo las empresas pueden utilizar AWS para crear aplicaciones 
aptas para HIPAA.

Note

No todos los Servicios de AWS son aptos para HIPAA. Para obtener más información, 
consulte la Referencia de servicios aptos para HIPAA.

• Recursos de conformidad de AWS: este conjunto de manuales y guías podría aplicarse a su sector 
y ubicación.

• Guías de cumplimiento para clientes de AWS: comprenda el modelo de responsabilidad 
compartida desde el punto de vista del cumplimiento. Las guías resumen las mejores prácticas 
para garantizar la seguridad de los Servicios de AWS y orientan los controles de seguridad en 
varios marcos (incluidos el Instituto Nacional de Estándares y Tecnología (NIST, por sus siglas en 
inglés), el Consejo de Estándares de Seguridad de la Industria de Tarjetas de Pago (PCI, por sus 
siglas en inglés) y la Organización Internacional de Normalización (ISO, por sus siglas en inglés)).

• Evaluación de recursos con reglas en la Guía para desarrolladores de AWS Config: el servicio 
AWS Config evalúa en qué medida las configuraciones de sus recursos cumplen las prácticas 
internas, las directrices del sector y las normativas.

• AWS Security Hub: este Servicio de AWS proporciona una visión completa de su estado de 
seguridad en AWS. Security Hub utiliza controles de seguridad para evaluar sus recursos de AWS 
y comprobar su conformidad con los estándares y las prácticas recomendadas del sector de la 
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seguridad. Para obtener una lista de los servicios y controles compatibles, consulte la Referencia 
de controles de Security Hub.

• AWS Audit Manager: este servicio de Servicio de AWS le ayuda a auditar continuamente el uso 
de AWS con el fin de simplificar la forma en que administra el riesgo y la conformidad con las 
normativas y los estándares del sector.

Resiliencia en Amazon SageMaker

La infraestructura global de AWS se compone de regiones y zonas de disponibilidad de AWS. AWS 
Las regiones proporcionan varias zonas de disponibilidad físicamente independientes y aisladas 
que se encuentran conectadas mediante redes con un alto nivel de rendimiento y redundancia, 
además de baja latencia. Con las zonas de disponibilidad, puede diseñar y utilizar aplicaciones y 
bases de datos que realizan una conmutación por error automática entre zonas de disponibilidad sin 
interrupciones. Las zonas de disponibilidad tienen una mayor disponibilidad, tolerancia a errores y 
escalabilidad que las infraestructuras tradicionales de centros de datos únicos o múltiples.

Para obtener más información sobre las regiones y zonas de disponibilidad de AWS, consulte
Infraestructura global de AWS.

Además de la infraestructura AWS global, Amazon SageMaker ofrece varias funciones que ayudan a 
respaldar sus necesidades de respaldo y resiliencia de datos.

Seguridad de infraestructuras en Amazon SageMaker

Como servicio gestionado, Amazon SageMaker está protegido por la seguridad de la red AWS 
global. Para obtener información sobre los servicios de seguridad de AWS y cómo AWS protege 
la infraestructura, consulte Seguridad en la nube de AWS. Para diseñar su entorno de AWS 
conforme a las prácticas recomendadas de seguridad de la infraestructura, consulte Protección de la 
infraestructura en Pilar de seguridad del Marco de AWS Well‐Architected.

Utilizas las llamadas a la API AWS publicadas para acceder a Amazon SageMaker a través de la red. 
Los clientes deben admitir lo siguiente:

• Seguridad de la capa de transporte (TLS). Exigimos TLS 1.2 y recomendamos TLS 1.3.

• Conjuntos de cifrado con confidencialidad directa total (PFS) como DHE (Ephemeral Diffie-
Hellman) o ECDHE (Elliptic Curve Ephemeral Diffie-Hellman). La mayoría de los sistemas 
modernos como Java 7 y posteriores son compatibles con estos modos.
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Además, las solicitudes deben estar firmadas mediante un ID de clave de acceso y una clave de 
acceso secreta que esté asociada a una entidad principal de IAM. También puede utilizar AWS 
Security Token Service (AWS STS) para generar credenciales de seguridad temporales para firmar 
solicitudes.

Temas

• SageMaker Escanea los contenedores de AWS Marketplace formación e inferencia en busca de 
vulnerabilidades de seguridad

• Conexión a los recursos desde una VPC

• Ejecución de contenedores de entrenamiento e inferencia en modo con acceso a Internet

• Conéctese a SageMaker dentro de su VPC

• Conceda SageMaker acceso a los recursos de su Amazon VPC

SageMaker Escanea los contenedores de AWS Marketplace formación e 
inferencia en busca de vulnerabilidades de seguridad

Para cumplir con nuestros requisitos de seguridad, todas las  SageMaker imágenes prediseñadas, 
incluidos AWS Deep Learning Containers, los contenedores del marco de aprendizaje SageMaker 
automático y los contenedores de algoritmos SageMaker integrados, así como los paquetes de 
modelos y algoritmos enumerados en, AWS Marketplace se escanean para detectar vulnerabilidades 
y exposiciones comunes (CVE). CVE es una lista de información de dominio público sobre 
exposición y vulnerabilidades de seguridad. La base de datos nacional de vulnerabilidades (NVD) 
proporciona detalles de CVE como gravedad, impacto y calificación así como información de 
corrección. Tanto CVE como NVD están a disposición del público y los servicios y las herramientas 
de seguridad los pueden utilizar de forma gratuita. Para obtener más información, consulte CVE 
Frequently Asked Questions (FAQs).

Conexión a los recursos desde una VPC

Las instancias Amazon SageMaker Studio Classic y SageMaker Notebook permiten el acceso 
directo a Internet de forma predeterminada. Esto le permite descargar paquetes y bloc de notas 
populares, personalizar su entorno de desarrollo y trabajar de forma eficiente. Sin embargo, esto 
podría proporcionar una vía de acceso adicional no autorizado a los datos. Por ejemplo, si instala 
un código malicioso en el equipo (en forma de cuaderno o biblioteca de código fuente de acceso 
público) podría obtener acceso a sus datos. Puede restringir el tráfico que puede acceder a Internet 
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lanzando sus instancias de Amazon SageMaker Studio Classic y SageMaker notebook en la Amazon 
Virtual Private Cloud (Amazon VPC) de su elección.

Una nube privada virtual (VPC) de Amazon es una red virtual dedicada para su cuenta de AWS. Con 
una Amazon VPC, puede controlar el acceso a la red y la conectividad a Internet de sus instancias 
de Amazon SageMaker Studio Classic y notebook. Puede deshabilitar el acceso directo a Internet 
para agregar una capa adicional de seguridad.

En los siguientes temas, se describe cómo conectar las instancias de SageMaker Studio Classic y 
las instancias de notebook a los recursos de una VPC.

Temas

• Connect Amazon SageMaker Studio de una VPC a recursos externos

• Conecte los blocs de notas SageMaker Studio Classic de una VPC a recursos externos

• Conexión de una instancia de cuaderno en una VPC a recursos externos

Connect Amazon SageMaker Studio de una VPC a recursos externos

Important

A partir del 30 de noviembre de 2023, la experiencia anterior de Amazon SageMaker 
Studio pasa a denominarse Amazon SageMaker Studio Classic. La siguiente sección 
trata específicamente sobre el uso de la experiencia de Studio actualizada. Para obtener 
información sobre el uso de la aplicación Studio Classic, consulteAmazon SageMaker Studio 
Clásico.

En el siguiente tema se proporciona información sobre cómo conectar Amazon SageMaker Studio en 
una VPC a recursos externos.

Temas

• Comunicación predeterminada con Internet

• Comunicación VPC only con Internet
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Comunicación predeterminada con Internet

De forma predeterminada, Amazon SageMaker Studio proporciona una interfaz de red que permite 
la comunicación con Internet a través de una VPC gestionada por. SageMaker El tráfico a AWS 
servicios como Amazon S3 CloudWatch pasa por una puerta de enlace a Internet, al igual que 
el tráfico que accede a la SageMaker API y al SageMaker tiempo de ejecución. El tráfico entre el 
dominio y su volumen de Amazon EFS pasa por la VPC que especificó cuando se incorporó al 
dominio o llamó a la API. CreateDomain

Comunicación VPC only con Internet

Para SageMaker evitar proporcionar acceso a Internet a Studio, puedes inhabilitar el acceso a 
Internet especificando el tipo de acceso a la VPC only red cuando te conectes a Studio Classic o 
llames a la API. CreateDomain Como resultado, no podrá ejecutar Studio a menos que su VPC tenga 
un punto final de interfaz para la SageMaker API y el tiempo de ejecución, o una puerta de enlace 
NAT con acceso a Internet, y sus grupos de seguridad permitan las conexiones salientes.

Note

El tipo de acceso a la red no se puede cambiar después de crear el dominio.

Requisitos para usar el modo VPC only

Si ha elegido VpcOnly, siga estos pasos:

1. Debe utilizar solo subredes privadas. No puede usar subredes públicas en el modo VpcOnly.

2. Asegúrese de que sus subredes tengan la cantidad necesaria de direcciones IP. La cantidad 
esperada de direcciones IP necesarias por usuario puede variar según el caso de uso. Se 
recomiendan entre 2 y 4 direcciones IP por usuario. La capacidad total de direcciones IP de 
un dominio es la suma de las direcciones IP disponibles para cada subred proporcionada al 
crear el dominio. Asegúrese de que el uso estimado de direcciones IP no supere la capacidad 
admitida por la cantidad de subredes que proporcione. Además, el uso de subredes distribuidas 
en muchas zonas de disponibilidad puede mejorar la disponibilidad de las direcciones IP. Para 
obtener más información, consulte VPC and subnet sizing for IPv4.
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Note

Solo puede configurar subredes con una VPC de tenencia predeterminada en la que su 
instancia se ejecute en hardware compartido. Para obtener más información sobre los 
atributos de tenencia para VPC, consulte Instancias dedicadas.

3.
Warning

Al usar el modo VpcOnly, usted es propietario parcial de la configuración de red 
del dominio. Se recomienda la práctica de aplicar permisos de privilegio mínimo al 
acceso entrante y saliente que proporcionan las reglas del grupo de seguridad. Las 
configuraciones de reglas de entrada excesivamente permisivas podrían permitir a 
los usuarios con acceso a la VPC interactuar con las aplicaciones de otros perfiles de 
usuario sin autenticación.

Configure uno o más grupos de seguridad con reglas de entrada y salida que permitan el 
siguiente tráfico:

• Tráfico NFS a través de TCP en el puerto 2049 entre el dominio y el volumen de Amazon EFS.

• Tráfico TCP en el grupo de seguridad. Esto es necesario para la conectividad entre la 
aplicación Jupyter Server y las aplicaciones Kernel Gateway. Debe permitir el acceso al 
menos a los puertos del rango8192-65535.

Cree un grupo de seguridad distinto para cada perfil de usuario y agregue el acceso entrante 
desde ese mismo grupo de seguridad. No se recomienda reutilizar un grupo de seguridad a nivel 
de dominio para los perfiles de usuario. Si el grupo de seguridad de nivel de dominio permite 
el acceso entrante a sí mismo, todas las aplicaciones del dominio tendrán acceso a todas las 
demás aplicaciones del dominio.

4. Si desea permitir el acceso a Internet, debe usar una puerta de enlace NAT con acceso a 
Internet, por ejemplo, a través de una puerta de enlace de Internet.

5. Si no quiere permitir el acceso a Internet, cree puntos finales de VPC de interfaz (AWS 
PrivateLink) para permitir que Studio acceda a los siguientes servicios con los nombres de 
servicio correspondientes. También debe asociar los grupos de seguridad de la VPC a estos 
puntos de conexión.
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• SageMaker API: com.amazonaws.region.sagemaker.api

• SageMaker tiempo de ejecución:com.amazonaws.region.sagemaker.runtime. Esto es 
necesario para ejecutar los portátiles Studio Classic y para entrenar y alojar modelos.

• Amazon S3: com.amazonaws.region.s3.

• Para usar SageMaker Projects:com.amazonaws.region.servicecatalog.

• Cualquier otro servicio de AWS que necesite.

Si utiliza el SDK de SageMaker Python para ejecutar tareas de formación remota, también debe 
crear los siguientes puntos de enlace de Amazon VPC.

• AWS Security Token Service: com.amazonaws.region.sts

• Amazon CloudWatch:. com.amazonaws.region.logs Esto es necesario para permitir 
que el SDK de SageMaker Python obtenga el estado del trabajo de formación remota 
desdeAmazon CloudWatch.

6. Si utilizas el dominio en VpcOnly modo desde una red local, establece una conectividad 
privada desde la red del host que ejecuta Studio en el navegador y la Amazon VPC de destino. 
Esto es obligatorio porque la interfaz de usuario de Studio invoca los AWS puntos finales 
mediante llamadas a la API con credenciales temporales. AWS Estas credenciales temporales 
están asociadas a la función de ejecución del perfil de usuario registrado. Si el dominio está 
configurado en VpcOnly modo en una red local, la función de ejecución podría definir las 
condiciones de la política de IAM que exijan la ejecución de las llamadas a la API de AWS 
servicio únicamente a través de los puntos de enlace de Amazon VPC configurados. Esto 
provoca que las llamadas a la API ejecutadas desde la interfaz de usuario de Studio no se 
realicen correctamente. Recomendamos resolver este problema mediante una conexión o. AWS 
Site-to-Site VPNAWS Direct Connect

Note

Para un cliente que trabaja en modo VPC, los firewalls de la empresa pueden provocar 
problemas de conexión con Studio o con las aplicaciones. Realiza las siguientes 
comprobaciones si te encuentras con alguno de estos problemas al usar Studio desde un 
firewall.

• Comprueba que la URL de Studio y las URL de todas tus aplicaciones estén en la lista de 
permitidos de tu red. Por ejemplo:
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*.studio.region.sagemaker.aws
*.console.aws.a2z.com

• Compruebe que las conexiones de websocket no estén bloqueadas. Jupyter usa 
websockets.

Para obtener más información

• Grupos de seguridad de su VPC

• Conéctese a SageMaker dentro de su VPC

• VPC con subredes públicas y privadas (NAT)

Conecte los blocs de notas SageMaker Studio Classic de una VPC a recursos 
externos

En el siguiente tema se proporciona información sobre cómo conectar los blocs de notas Studio 
Classic de una VPC a recursos externos.

Comunicación predeterminada con Internet

De forma predeterminada, SageMaker Studio Classic proporciona una interfaz de red que permite 
la comunicación con Internet a través de una VPC gestionada por. SageMaker El tráfico a AWS 
servicios como Amazon S3 CloudWatch pasa por una puerta de enlace a Internet, al igual que 
el tráfico que accede a la SageMaker API y al SageMaker tiempo de ejecución. El tráfico entre el 
dominio y su volumen de Amazon EFS pasa por la VPC que especificó al incorporarse a Studio 
Classic o denominada API. CreateDomain En el siguiente diagrama se muestra la configuración 
predeterminada.
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Comunicación VPC only con Internet

Para SageMaker evitar que tus portátiles Studio Classic tengan acceso a Internet, puedes inhabilitar 
el acceso a Internet especificando el tipo de acceso a la VPC only red cuando utilices Studio 
Classic o cuando llames a la CreateDomainAPI. Como resultado, no podrá ejecutar un bloc de notas 
Studio Classic a menos que su VPC tenga un punto final de interfaz para la SageMaker API y el 
tiempo de ejecución, o una puerta de enlace NAT con acceso a Internet, y sus grupos de seguridad 
permitan las conexiones salientes. En el siguiente diagrama se muestra una configuración para 
utilizar el modo de solo VPC.
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Requisitos para usar el modo VPC only

Si ha elegido VpcOnly, siga estos pasos:

1. Debe utilizar solo subredes privadas. No puede usar subredes públicas en el modo VpcOnly.

2. Asegúrese de que sus subredes tengan la cantidad necesaria de direcciones IP. La cantidad 
esperada de direcciones IP necesarias por usuario puede variar según el caso de uso. Se 
recomiendan entre 2 y 4 direcciones IP por usuario. La capacidad total de direcciones IP de un 
dominio de Studio Classic es la suma de las direcciones IP disponibles para cada subred que 
se proporcionan al crear el dominio. Asegúrese de que el uso estimado de direcciones IP no 
supere la capacidad admitida por la cantidad de subredes que proporcione. Además, el uso de 
subredes distribuidas en muchas zonas de disponibilidad puede mejorar la disponibilidad de las 
direcciones IP. Para obtener más información, consulte VPC and subnet sizing for IPv4.

Note

Solo puede configurar subredes con una VPC de tenencia predeterminada en la que su 
instancia se ejecute en hardware compartido. Para obtener más información sobre los 
atributos de tenencia para VPC, consulte Instancias dedicadas.
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3.
Warning

Al usar el modo VpcOnly, usted es propietario parcial de la configuración de red 
del dominio. Se recomienda la práctica de aplicar permisos de privilegio mínimo al 
acceso entrante y saliente que proporcionan las reglas del grupo de seguridad. Las 
configuraciones de reglas de entrada excesivamente permisivas podrían permitir a 
los usuarios con acceso a la VPC interactuar con las aplicaciones de otros perfiles de 
usuario sin autenticación.

Configure uno o más grupos de seguridad con reglas de entrada y salida que permitan el 
siguiente tráfico:

• Tráfico NFS a través de TCP en el puerto 2049 entre el dominio y el volumen de Amazon EFS.

• Tráfico TCP en el grupo de seguridad. Esto es necesario para la conectividad entre la 
aplicación Jupyter Server y las aplicaciones Kernel Gateway. Debe permitir el acceso al 
menos a los puertos del rango8192-65535.

Cree un grupo de seguridad distinto para cada perfil de usuario y agregue el acceso entrante 
desde ese mismo grupo de seguridad. No se recomienda reutilizar un grupo de seguridad a nivel 
de dominio para los perfiles de usuario. Si el grupo de seguridad de nivel de dominio permite 
el acceso entrante a sí mismo, todas las aplicaciones del dominio tendrán acceso a todas las 
demás aplicaciones del dominio.

4. Si desea permitir el acceso a Internet, debe usar una puerta de enlace NAT con acceso a 
Internet, por ejemplo, a través de una puerta de enlace de Internet.

5. Si no quiere permitir el acceso a Internet, cree puntos finales de VPC de interfaz (AWS 
PrivateLink) para permitir que Studio Classic acceda a los siguientes servicios con los nombres 
de servicio correspondientes. También debe asociar los grupos de seguridad de la VPC a estos 
puntos de conexión.

• SageMaker API: com.amazonaws.region.sagemaker.api

• SageMaker tiempo de ejecución:com.amazonaws.region.sagemaker.runtime. Esto es 
necesario para ejecutar los portátiles Studio Classic y para entrenar y alojar modelos.

• Amazon S3: com.amazonaws.region.s3.

• Para usar SageMaker Projects:com.amazonaws.region.servicecatalog.
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• Cualquier otro servicio de AWS que necesite.

Si utiliza el SDK de SageMaker Python para ejecutar tareas de formación remota, también debe 
crear los siguientes puntos de enlace de Amazon VPC.

• AWS Security Token Service: com.amazonaws.region.sts

• Amazon CloudWatch:. com.amazonaws.region.logs Esto es necesario para permitir 
que el SDK de SageMaker Python obtenga el estado del trabajo de formación remota 
desdeAmazon CloudWatch.

Note

Para un cliente que trabaja en modo VPC, los firewalls de la empresa pueden provocar 
problemas de conexión con SageMaker Studio o entre y JupyterServer . KernelGateway 
Realiza las siguientes comprobaciones si te encuentras con alguno de estos problemas al 
usar SageMaker Studio desde un firewall.

• Compruebe que la URL de Studio esté en la lista de permitidas de su red.

• Compruebe que las conexiones de websocket no estén bloqueadas. Jupyter usa 
websocket internamente. Si la KernelGateway aplicación lo está InService, es 
JupyterServer posible que no pueda conectarse al KernelGateway. También debería ver 
este problema al abrir la terminal del sistema.

Para obtener más información

• Proteger la conectividad de Amazon SageMaker Studio mediante una VPC privada.

• Grupos de seguridad de su VPC

• Conéctese a SageMaker dentro de su VPC

• VPC con subredes públicas y privadas (NAT)

Conexión de una instancia de cuaderno en una VPC a recursos externos

En el siguiente tema, se proporciona información sobre cómo conectar su instancia de cuaderno en 
una VPC a recursos externos.
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Comunicación predeterminada con Internet

Cuando su portátil permite el acceso directo a Internet, SageMaker proporciona una interfaz de 
red que permite que el portátil se comunique con Internet a través de una VPC gestionada por. 
SageMaker El tráfico dentro del CIDR de su VPC pasa por la interfaz de red elástica creada en su 
VPC. Todo el resto del tráfico pasa por la interfaz de red creada por SageMaker, que es básicamente 
a través de la Internet pública. El tráfico a los puntos de conexión de VPC de puerta de enlace como 
Amazon S3 y DynamoDB pasa a través de Internet público, mientras que el tráfico a los puntos 
de conexión de VPC de interfaz seguirá pasando a través de su VPC. Si desea utilizar puntos de 
conexión de VPC de puerta de enlace, puede ser buena idea deshabilitar el acceso directo a Internet.

Comunicación de VPC con Internet

Para deshabilitar el acceso directo a Internet, puede especificar una VPC para su instancia de 
bloc de notas. De este modo, SageMaker evitas proporcionar acceso a Internet a la instancia de tu 
portátil. Como resultado, la instancia de cuaderno no podrá realizar el entrenamiento de los modelos 
ni alojarlos hasta que su VPC disponga de un punto de conexión de interfaz (AWS PrivateLink) o una 
puerta de enlace NAT y sus grupos de seguridad permitan las conexiones salientes.

Para obtener más información acerca de cómo crear un punto de conexión de interfaz de VPC 
para utilizar AWS PrivateLink con su instancia de cuaderno, consulte Conexión a una instancia de 
bloc de notas a través de un punto de enlace de interfaz de VPC. Para obtener información sobre 
la configuración de una puerta de enlace NAT para su VPC, consulte VPC with public and private 
Subnets (NAT) en la Guía del usuario de Amazon Virtual Private Cloud. Para obtener información 
sobre los grupos de seguridad, consulte Grupos de seguridad de su VPC. Para obtener más 
información sobre las configuraciones de red en cada modo de red y la configuración de la red local, 
consulte Descripción de las configuraciones de red de las instancias de SageMaker notebook de 
Amazon y las opciones de enrutamiento avanzadas.

Seguridad e instancias compartidas de cuaderno

Una instancia de SageMaker notebook está diseñada para que funcione mejor para un usuario 
individual. Se ha diseñado para proporcionar a los analizadores de datos y a otros usuarios la mayor 
potencia de administración del entorno de desarrollo.

Un usuario de instancia de bloc de notas dispone de acceso raíz para la instalación de paquetes y 
otro software pertinente. Le recomendamos que decida cuándo conceder a las personas acceso a 
las instancias de bloc de notas asociadas a una VPC que contenga información confidencial. Por 
ejemplo, es posible que desee conceder a un usuario acceso a una instancia de cuaderno con una 
política de IAM, como se muestra en el siguiente ejemplo:
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{ 
  "Version": "2012-10-17", 
  "Statement": [ 
   { 
      "Effect": "Allow", 
      "Action": "sagemaker:CreatePresignedNotebookInstanceUrl", 
      "Resource": "arn:aws:sagemaker:region:account-id:notebook-instance/
myNotebookInstance" 
   } 
  ]
}

Ejecución de contenedores de entrenamiento e inferencia en modo con 
acceso a Internet

SageMaker Los contenedores de inferencia de entrenamiento e implementados están habilitados 
para Internet de forma predeterminada. Esto permite a los contenedores acceder a servicios externos 
y recursos en la red de Internet pública como parte de sus cargas de trabajo de capacitación e 
inferencia. Sin embargo, esto podría proporcionar una vía de acceso no autorizado a los datos. Por 
ejemplo, un código o usuario maliciosos que instale accidentalmente en el contenedor (en forma 
de biblioteca de código fuente a disposición del público en general) podría acceder a sus datos y 
transferirlos a un host remoto.

Si utiliza una Amazon VPC especificando un valor para el parámetro VpcConfig cuando llama a
CreateTrainingJob, CreateHyperParameterTuningJob o CreateModel, puede proteger 
sus datos y recursos mediante la administración de los grupos de seguridad y la limitación del 
acceso a Internet desde su VPC. Sin embargo, esto se hace a expensas de una configuración 
de red adicional y conlleva el riesgo de que la red se configure de forma incorrecta. Si no desea 
proporcionar acceso SageMaker a una red externa a sus contenedores de formación o inferencia, 
puede habilitar el aislamiento de la red.

Aislamiento de red

Puede habilitar el aislamiento de redes al crear su trabajo o modelo de entrenamiento si configura el 
valor del parámetro EnableNetworkIsolation en True cuando llame a CreateTrainingJob,
CreateHyperParameterTuningJob o CreateModel.
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Note

El aislamiento de redes es necesario para modelos y trabajos de entrenamiento que se 
ejecutan usando recursos de AWS Marketplace. Para mayor seguridad, AWS Marketplace 
las imágenes se ejecutan en una Amazon VPC. Solo tienen acceso a los datos de sus 
sistemas de archivos locales.

Si habilita el aislamiento de redes, los contenedores no podrán realizar ninguna llamada de red 
saliente, incluso a otros servicios de AWS como Amazon S3. Además, no hay credenciales de AWS 
disponibles para el entorno de tiempo de ejecución del contenedor. En el caso de un trabajo de 
formación con varias instancias, el tráfico entrante y saliente de la red se limita a los pares de cada 
contenedor de formación. SageMaker sigue realizando operaciones de descarga y carga en Amazon 
S3 utilizando su función de SageMaker ejecución de forma aislada del contenedor de entrenamiento 
o inferencia.

Los siguientes SageMaker contenedores gestionados no admiten el aislamiento de la red porque 
requieren acceso a Amazon S3:

• Chainer

• SageMaker Aprendizaje reforzado

Aislamiento de redes con una VPC

El aislamiento de redes se puede utilizar junto con una VPC. En ese caso, la descarga y carga de los 
datos del cliente y los artefactos del modelo se dirigen a través de la subred de VPC. Sin embargo, 
los contenedores de capacitación e inferencia en sí siguen estando aislados de la red; no tienen 
acceso a ningún recurso dentro de su VPC o en Internet.

Conéctese a SageMaker dentro de su VPC

Puede conectarse directamente a la SageMaker API o a Amazon SageMaker Runtime a través de 
un punto de enlace de interfaz en su nube privada virtual (VPC) en lugar de conectarse a través 
de Internet. Cuando utiliza un punto final de interfaz de VPC, la comunicación entre su VPC y la 
SageMaker API o el tiempo de ejecución se lleva a cabo de forma completa y segura dentro de una 
red. AWS
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Conéctese a SageMaker través de un punto final de interfaz de VPC

La SageMaker API y el SageMaker tiempo de ejecución son compatibles con los puntos de enlace 
de la interfaz Amazon Virtual Private Cloud (Amazon VPC) que funcionan con la tecnología. AWS 
PrivateLink Cada punto de conexión de VPC está representado por una o varias interfaces de red 
elástica con direcciones IP privadas en las subredes de la VPC. Por ejemplo, una aplicación de la 
VPC se utiliza AWS PrivateLink para comunicarse con SageMaker Runtime. SageMakerEl tiempo de 
ejecución, a su vez, se comunica con el SageMaker punto final. AWS PrivateLinkEl uso le permite 
invocar su SageMaker punto final desde su VPC, como se muestra en el siguiente diagrama.

El punto final de la interfaz de la VPC conecta la VPC directamente a la SageMaker API o al 
entorno de SageMaker ejecución AWS PrivateLink sin utilizar una puerta de enlace a Internet, un 
dispositivo NAT, una conexión VPN o una conexión. AWS Direct Connect Las instancias de su VPC 
no necesitan conectarse a la Internet pública para comunicarse con la SageMaker API o SageMaker 
el entorno de ejecución.

Puedes crear un punto final de AWS PrivateLink interfaz para conectarte a SageMaker Runtime 
SageMaker o a él mediante AWS Management Console o AWS Command Line Interface (AWS CLI). 
Para obtener instrucciones, consulte Acceder a un AWS servicio mediante un punto final de VPC de 
interfaz.

Si no ha habilitado un nombre de host del Sistema de nombres de dominio (DNS) privado para su 
punto de enlace de VPC, después de crear un punto de enlace de VPC, especifique la URL del punto 
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de conexión de Internet a la API o al SageMaker tiempo de ejecución. SageMaker A continuación, 
se muestra un ejemplo de código que utiliza comandos de la AWS CLI para especificar el parámetro
endpoint-url.

aws sagemaker list-notebook-instances --endpoint-
url VPC_Endpoint_ID.api.sagemaker.Region.vpce.amazonaws.com

aws sagemaker list-training-jobs --endpoint-
url VPC_Endpoint_ID.api.sagemaker.Region.vpce.amazonaws.com

aws sagemaker-runtime invoke-endpoint --endpoint-url 
 https://VPC_Endpoint_ID.runtime.sagemaker.Region.vpce.amazonaws.com  \ 
    --endpoint-name Endpoint_Name \ 
    --body "Endpoint_Body" \ 
    --content-type "Content_Type" \ 
             Output_File

Si habilita los nombres de host de DNS privados para su punto de conexión de VPC, no es necesario 
que especifique la URL del punto de conexión porque es nombre de host predeterminado (https://
api.sagemaker.región.amazon.com) se resuelve a su punto de conexión de VPC. Del mismo 
modo, el nombre de host DNS predeterminado en SageMaker tiempo de ejecución (https://
runtime.sagemaker). La región (.amazonaws.com) también se resuelve en tu punto de enlace de 
VPC.

La SageMaker API y el SageMaker tiempo de ejecución admiten puntos de enlace de VPC en 
todos los lugares donde Amazon Regiones de AWS VPC y Amazon estén disponibles. SageMaker
SageMaker admite realizar llamadas a todas las que están Operationsdentro de su VPC. Si usa el
AuthorizedUrl desde CreatePresignedNotebookInstanceUrlcomando, su tráfico pasará por la red 
pública de Internet. No solo puedes usar un punto final de VPC para acceder a la URL prefirmada, 
sino que la solicitud debe pasar por la puerta de enlace de Internet.

De forma predeterminada, los usuarios pueden compartir la URL prefirmada con personas ajenas 
a la red corporativa. Para mayor seguridad, debe añadir permisos de IAM para restringir que la 
URL solo se pueda utilizar dentro de su red. Para obtener información sobre los permisos de IAM, 
consulte Cómo AWS PrivateLink funciona con IAM.

Note

Al configurar un punto final de la interfaz de VPC para el servicio SageMaker Runtime 
(https://runtime.sagemaker. Region.amazonaws.com), debe asegurarse de que el punto 

Conéctese a SageMaker dentro de su VPC 6313

https://docs.aws.amazon.com/general/latest/gr/rande.html#vpc_region
https://docs.aws.amazon.com/general/latest/gr/rande.html#sagemaker_region
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Operations.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
https://docs.aws.amazon.com/vpc/latest/privatelink/security_iam_service-with-iam.html


Amazon SageMaker Guía para desarrolladores

final de la interfaz de VPC esté activado en la zona de disponibilidad de su cliente para que 
funcione la resolución de DNS privado. De lo contrario, es posible que se produzcan errores 
de DNS al intentar resolver la URL.

Para obtener más información sobre AWS PrivateLink, consulte la documentación de AWS 
PrivateLink. Consulte Precios de AWS PrivateLink para conocer el precio de los puntos de conexión 
de VPC. Para obtener más información sobre la VPC y los puntos de enlace, visite Amazon VPC. 
Para obtener información sobre cómo utilizar las AWS Identity and Access Management políticas 
basadas en la identidad para restringir el acceso a la API y al entorno de ejecución, consulte. 
SageMaker SageMaker Controle el acceso a la SageMaker API mediante políticas basadas en la 
identidad

Uso de la SageMaker formación y el alojamiento con recursos dentro de su VPC

SageMaker utiliza su función de ejecución para descargar y cargar información desde un bucket de 
Amazon S3 y Amazon Elastic Container Registry (Amazon ECR), de forma aislada de su contenedor 
de entrenamiento o inferencia. Si tiene recursos que se encuentran dentro de su VPC, aún puede 
conceder SageMaker acceso a esos recursos. En las siguientes secciones se explica cómo hacer 
que sus recursos estén disponibles SageMaker con o sin aislamiento de red.

Sin aislamiento de redes habilitado

Si no ha establecido el aislamiento de la red en su trabajo o modelo de formación, SageMaker puede 
acceder a los recursos mediante uno de los siguientes métodos.

• SageMaker Los contenedores de inferencia de formación e implementados pueden acceder a 
Internet de forma predeterminada. SageMaker los contenedores pueden acceder a servicios 
y recursos externos en la Internet pública como parte de sus cargas de trabajo de formación e 
inferencia. SageMaker los contenedores no pueden acceder a los recursos de la VPC sin una 
configuración de VPC, como se muestra en la siguiente ilustración.
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• Utilice una configuración de VPC para comunicarse con los recursos de su VPC mediante una 
interfaz de red elástica (ENI). La comunicación entre el contenedor y los recursos de la VPC se 
lleva a cabo de forma segura dentro de la red de VPC, como se muestra en la siguiente ilustración. 
En este caso, usted administra el acceso de red a los recursos de su VPC e Internet.

Conéctese a SageMaker dentro de su VPC 6315



Amazon SageMaker Guía para desarrolladores

Con aislamiento de redes

Si emplea el aislamiento de red, el SageMaker contenedor no puede comunicarse con los recursos 
de la VPC ni realizar llamadas de red, como se muestra en la siguiente ilustración. Si proporciona 
una configuración de VPC, las operaciones de descarga y carga se ejecutarán a través de su VPC. 
Para obtener más información sobre el alojamiento y el entrenamiento con aislamiento de redes 
mientras se utiliza una VPC, consulte Aislamiento de red.
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Cree una política de puntos de conexión de VPC para SageMaker

Puede crear una política para los puntos de enlace de Amazon VPC SageMaker para especificar lo 
siguiente:

• La entidad principal que puede realizar acciones.

• Las acciones que se pueden realizar.

• Los recursos en los que se pueden llevar a cabo las acciones.

Para obtener más información, consulte Controlar el acceso a servicios con puntos de conexión de 
VPC en la Guía del usuario de Amazon VPC.
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Note

Las políticas de puntos finales de VPC no son compatibles con los puntos de enlace de 
tiempo de SageMaker ejecución del Estándar Federal de Procesamiento de Información 
(FIPS). runtime_InvokeEndpoint

El siguiente ejemplo de política de punto final de VPC especifica que todos los usuarios que tienen 
acceso al punto final de la interfaz de VPC pueden invocar el punto final hospedado denominado. 
SageMaker myEndpoint

{ 
  "Statement": [ 
      { 
          "Action": "sagemaker:InvokeEndpoint", 
          "Effect": "Allow", 
          "Resource": "arn:aws:sagemaker:us-west-2:123456789012:endpoint/myEndpoint", 
          "Principal": "*" 
      } 
  ]
}

En este ejemplo, los siguientes se deniegan:

• Otras acciones SageMaker de la API, como y. sagemaker:CreateEndpoint
sagemaker:CreateTrainingJob

• Invocar puntos de enlace SageMaker alojados distintos de. myEndpoint

Note

En este ejemplo, los usuarios pueden seguir realizando otras acciones de SageMaker API 
desde fuera de la VPC. Para obtener información acerca de cómo restringir las llamadas 
a la API a estos desde la VPC, consulte Controle el acceso a la SageMaker API mediante 
políticas basadas en la identidad.
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Cree una política de puntos de conexión de VPC para Amazon Feature Store 
SageMaker

Para crear un punto de enlace de VPC para Amazon SageMaker Feature 
Store, utilice la siguiente plantilla de punto de enlace y sustituya su
VPC_Endpoint_ID.api y su región:

VPC_Endpoint_ID.api.featurestore-
runtime.sagemaker.Region.vpce.amazonaws.com

Conéctese a SageMaker Studio Classic a través de un terminal de VPC de interfaz

Puede conectarse a Amazon SageMaker Studio Classic desde su Amazon Virtual Private Cloud 
(Amazon VPC) a través de un punto de enlace de interfaz en su VPC en lugar de conectarse a 
través de Internet. Cuando utiliza un punto final de la interfaz de la VPC (punto final de la interfaz), la 
comunicación entre la VPC y Studio Classic se lleva a cabo de forma completa y segura dentro de la 
red. AWS

SageMaker Studio Classic admite puntos finales de interfaz alimentados por. AWS PrivateLink Cada 
punto de conexión de interfaz está representado por una o varias interfaces de red elástica con 
direcciones IP privadas en las subredes de la VPC.

Studio Classic admite puntos de enlace de interfaz en todas AWS las regiones en las que están 
SageMaker disponibles Amazon y Amazon VPC.

Temas

• Crear un punto de enlace de la VPC

• Crear una política de puntos de conexión de VPC para Studio Classic SageMaker

• Permitir el acceso solo desde su VPC

Crear un punto de enlace de la VPC

Puede crear un punto final de interfaz para conectarse a Studio Classic con la AWS consola o con 
AWS Command Line Interface ()AWS CLI. Para obtener instrucciones, consulte Creating an interface 
endpoint. Asegúrese de crear puntos finales de interfaz para todas las subredes de la VPC desde las 
que desee conectarse a Studio Classic.

Conéctese a SageMaker dentro de su VPC 6319

https://docs.aws.amazon.com/vpc/latest/userguide/what-is-amazon-vpc.html
https://docs.aws.amazon.com/vpc/latest/userguide/what-is-amazon-vpc.html
https://docs.aws.amazon.com/vpc/latest/userguide/vpce-interface.html
https://docs.aws.amazon.com/vpc/latest/userguide/endpoint-services-overview.html
https://docs.aws.amazon.com/AWSEC2/latest/UserGuide/using-eni.html
https://aws.amazon.com/sagemaker/pricing/
https://aws.amazon.com/sagemaker/pricing/
https://aws.amazon.com/vpc/pricing/
https://docs.aws.amazon.com/vpc/latest/userguide/vpce-interface.html#create-interface-endpoint
https://docs.aws.amazon.com/vpc/latest/userguide/vpce-interface.html#create-interface-endpoint


Amazon SageMaker Guía para desarrolladores

Al crear un punto final de interfaz, asegúrese de que los grupos de seguridad del punto final permitan 
el acceso entrante al tráfico HTTPS desde los grupos de seguridad asociados a Studio Classic. 
SageMaker Para obtener más información, consulte Control access to services with VPC endpoints.

Note

Además de crear un punto final de interfaz para conectarse a SageMaker Studio Classic, 
cree un punto final de interfaz para conectarse a la SageMaker API de Amazon. Cuando 
los usuarios llaman CreatePresignedDomainUrlpara obtener la URL para conectarse a 
Studio Classic, esa llamada pasa por el punto final de la interfaz utilizado para conectarse a 
la SageMaker API.

Cuando cree el punto de conexión de interfaz, especifique aws.sagemaker.Region.studio
como nombre del servicio. Después de crear un punto de conexión de interfaz, habilite un DNS 
privado para su punto de conexión. Cuando te conectas a SageMaker Studio Classic desde la VPC 
mediante la SageMaker API, la o la consola, te conectas a través del punto final de la interfaz en 
lugar de a través de la Internet pública. AWS CLI También debe configurar un DNS personalizado 
con zonas alojadas privadas para el punto de enlace de Amazon VPC para que SageMaker Studio 
Classic pueda acceder a la SageMaker API mediante el punto de enlace en lugar de utilizar la
api.sagemaker.$region.amazonaws.com URL del punto de enlace de VPC. Para obtener 
instrucciones sobre la configuración de una zona alojada privada, consulte Uso de zonas alojadas 
privadas.

Crear una política de puntos de conexión de VPC para Studio Classic SageMaker

Puede adjuntar una política de puntos de conexión de Amazon VPC a los puntos de enlace de la 
interfaz de VPC que utilice para conectarse a Studio Classic. SageMaker La política de puntos finales 
controla el acceso a Studio Classic. Puede especificar lo siguiente:

• La entidad principal que puede realizar acciones.

• Las acciones que se pueden realizar.

• Los recursos en los que se pueden llevar a cabo las acciones.

Para usar un punto de enlace de VPC con SageMaker Studio Classic, su política de punto final 
debe permitir la CreateApp operación en el tipo de KernelGateway aplicación. Esto permite que 
el tráfico que se enruta a través del punto de conexión de VPC llame a la API CreateApp. En el 
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siguiente ejemplo de política de punto de conexión de VPC se muestra cómo permitir la operación
CreateApp.

{ 
 "Statement": [ 
   { 
     "Action": "sagemaker:CreateApp", 
     "Effect": "Allow", 
     "Resource": "arn:aws:sagemaker:us-west-2:acct-id:app/domain-id/*", 
     "Principal": "*" 
   } 
 ]
}

Para obtener más información, consulte Control del acceso a los servicios con puntos de conexión de 
VPC.

El siguiente ejemplo de una política de punto final de VPC especifica que todos los usuarios que 
tienen acceso al punto final pueden acceder a los perfiles de usuario del SageMaker dominio con el 
ID de dominio especificado. Se deniega el acceso a otros dominios.

{ 
  "Statement": [ 
      { 
          "Action": "sagemaker:CreatePresignedDomainUrl", 
          "Effect": "Allow", 
          "Resource": "arn:aws:sagemaker:us-west-2:acct-id:user-profile/domain-id/*", 
          "Principal": "*" 
      } 
  ]
}

Permitir el acceso solo desde su VPC

Los usuarios ajenos a su VPC pueden conectarse a SageMaker Studio Classic a través de Internet, 
incluso si configura un punto final de interfaz en su VPC.

Para permitir el acceso únicamente a las conexiones realizadas desde su VPC, cree una política 
de AWS Identity and Access Management (IAM) a tal efecto. Agrega esa política a cada usuario, 
grupo o rol que utilices para acceder a Studio Classic. Esta característica solo se admite en el modo 
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IAM y no en el modo IAM Identity Center. En los siguientes ejemplos se muestra cómo crear dichas 
políticas.

Important

Si aplicas una política de IAM similar a uno de los siguientes ejemplos, los usuarios no 
podrán acceder a SageMaker Studio Classic ni a SageMaker las API especificadas a través 
de la SageMaker consola. Para acceder a Studio Classic, los usuarios deben usar una URL 
prefirmada o llamar directamente a las SageMaker API.

Ejemplo 1: Permitir las conexiones solo dentro de la subred de un punto de conexión de interfaz

La siguiente política únicamente permite las conexiones a los intermediarios que se encuentren 
dentro de una subred en la que se haya creado un punto de conexión de interfaz.

{ 
    "Id": "sagemaker-studio-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable SageMaker Studio Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:SourceVpc": "vpc-111bbaaa"
                } 
            } 
        } 
    ]
}

Ejemplo 2: Permitir las conexiones solo a través de los puntos de conexión de la interfaz mediante
aws:sourceVpce
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La siguiente política solo permite las conexiones que se realizan a través de los puntos de conexión 
de interfaz especificados en la clave de condición aws:sourceVpce. Por ejemplo, el primer punto 
final de la interfaz podría permitir el acceso a través de la SageMaker consola. El segundo punto final 
de la interfaz podría permitir el acceso a través de la SageMaker API.

{ 
    "Id": "sagemaker-studio-example-2", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable SageMaker Studio Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:sourceVpce": [ 
                         "vpce-111bbccc", 
                         "vpce-111bbddd"
                    ] 
                } 
            } 
        } 
    ]
}

La política incluye la acción DescribeUserProfile. Normalmente, se llama a
DescribeUserProfile para comprobar que el estado del perfil de usuario es InService antes 
de intentar conectarse al dominio. Por ejemplo:

aws sagemaker describe-user-profile \ 
    --domain-id domain-id \ 
    --user-profile-name profile-name

Respuesta:

{ 
    "DomainId": "domain-id", 
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    "UserProfileArn": "arn:aws:sagemaker:us-west-2:acct-id:user-profile/domain-id/
profile-name", 
    "UserProfileName": "profile-name", 
    "HomeEfsFileSystemUid": "200001", 
    "Status": "InService", 
    "LastModifiedTime": 1605418785.555, 
    "CreationTime": 1605418477.297
}

aws sagemaker create-presigned-domain-url 
    --domain-id domain-id \ 
    --user-profile-name profile-name

Respuesta:

{ 
    "AuthorizedUrl": "https://domain-id.studio.us-west-2.sagemaker.aws/auth?
token=AuthToken"
}

Para ambos tipos de llamadas, si utiliza una versión del AWS SDK que se lanzó antes del 13 de 
agosto de 2018, debe especificar la dirección URL del punto de conexión en la llamada. Por ejemplo, 
en el siguiente ejemplo se muestra una llamada a create-presigned-domain-url:

aws sagemaker create-presigned-domain-url 
    --domain-id domain-id \ 
    --user-profile-name profile-name \ 
    --endpoint-url vpc-endpoint-id.api.sagemaker.Region.vpce.amazonaws.com

Ejemplo 3: Permitir las conexiones desde las direcciones IP mediante aws:SourceIp

La siguiente política permite las conexiones solo desde el rango especificado de direcciones IP 
mediante la clave de condición aws:SourceIp.

{ 
    "Id": "sagemaker-studio-example-3", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable SageMaker Studio Access", 
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            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "IpAddress": { 
                    "aws:SourceIp": [ 
                         "192.0.2.0/24", 
                         "203.0.113.0/24"
                    ] 
                } 
            } 
        } 
    ]
}

Ejemplo 4: Permitir las conexiones desde las direcciones IP a través de un punto de conexión de 
interfaz mediante aws:VpcSourceIp

Si accede a SageMaker Studio Classic a través de un punto final de interfaz, puede usar la clave de
aws:VpcSourceIp condición para permitir las conexiones únicamente desde el rango especificado 
de direcciones IP dentro de la subred en la que creó el punto final de la interfaz, tal y como se 
muestra en la siguiente política:

{ 
    "Id": "sagemaker-studio-example-4", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable SageMaker Studio Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "IpAddress": { 
                    "aws:VpcSourceIp": [ 
                         "192.0.2.0/24", 
                         "203.0.113.0/24"
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                    ] 
                }, 
                "StringEquals": { 
                    "aws:SourceVpc": "vpc-111bbaaa"
                } 
            } 
        } 
    ]
}

Conexión a una instancia de bloc de notas a través de un punto de enlace de interfaz 
de VPC

Puede conectarse a su instancia de cuaderno desde su VPC a través de un punto de conexión de 
interfaz en su nube privada virtual (VPC) en lugar de conectarse a través de Internet. Cuando se 
utiliza un punto de conexión de interfaz de la VPC, la comunicación entre la VPC y la instancia de 
cuaderno se realiza en su totalidad y de forma segura dentro de la red de AWS.

SageMaker las instancias de notebook son compatibles con los puntos de enlace de la interfaz
Amazon Virtual Private Cloud (Amazon VPC) que funcionan con la tecnología de. AWS PrivateLink
Cada punto de conexión de VPC está representado por una o varias interfaces de red elástica con 
direcciones IP privadas en las subredes de la VPC.

Note

Antes de crear un punto de enlace de VPC de interfaz para conectarse a una instancia de 
notebook, cree un punto de enlace de VPC de interfaz para conectarse a la API. SageMaker 
De esta forma, cuando los usuarios llaman a CreatePresignedNotebookInstanceUrl para 
obtener la dirección URL para conectarse a la instancia de cuaderno, dicha llamada también 
pasa por el punto de conexión de VPC de interfaz. Para obtener más información, consulte
Conéctese a SageMaker dentro de su VPC.

Puede crear un punto de conexión de interfaz para conectarse a su instancia de cuaderno con la 
consola de AWS Management Console o con comandos de la AWS Command Line Interface (AWS 
CLI). Para obtener instrucciones, consulte Creating an Interface Endpoint. Asegúrese de crear un 
punto de enlace de interfaz para todas las subredes de la VPC desde la que desea conectarse a la 
instancia del bloc de notas.
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Cuando cree el punto de conexión de interfaz, especifique aws.sagemaker.región.cuaderno como 
nombre del servicio. Después de crear un punto de enlace de la VPC, habilite DNS privado para el 
punto de enlace de la VPC. Cualquier persona que utilice la SageMaker APIAWS CLI, la consola 
o la consola para conectarse a la instancia de notebook desde la VPC se conecta a la instancia de 
notebook a través del punto final de la VPC en lugar de a través de la Internet pública.

SageMaker las instancias de notebook admiten puntos de enlace de VPC en todos los lugares donde 
Regiones de AWS Amazon VPC y estén disponibles. SageMaker

Temas

• Conexión de su red privada a su VPC

• Crear una política de punto de enlace de la VPC para instancias de bloc de notas de SageMaker

• Restricción del acceso a conexiones desde la VPC

Conexión de su red privada a su VPC

Para conectarse a su instancia de cuaderno a través de la VPC, tiene que conectarse desde una 
instancia que está dentro de la VPC o conectar su red privada a la VPC a través de AWS Virtual 
Private Network (AWS VPN) o AWS Direct Connect. Para obtener más información acerca de AWS 
VPN, consulte las conexiones de VPN en la Guía del usuario de Amazon Virtual Private Cloud. Para 
obtener información acerca de AWS Direct Connect, consulte Creating a Connection en la Guía del 
usuario de AWS Direct Connect.

Crear una política de punto de enlace de la VPC para instancias de bloc de notas de SageMaker

Puedes crear una política para los puntos de enlace de Amazon VPC para instancias de SageMaker 
notebook con el fin de especificar lo siguiente:

• La entidad principal que puede realizar acciones.

• Las acciones que se pueden realizar.

• Los recursos en los que se pueden llevar a cabo las acciones.

Para obtener más información, consulte Controlar el acceso a servicios con puntos de conexión de 
VPC en la Guía del usuario de Amazon VPC.

A continuación, se muestra un ejemplo de política de punto de enlace de la VPC que especifica que 
todos los usuarios que tienen acceso al punto de enlace pueden obtener acceso a la instancia de 
bloc de notas denominada myNotebookInstance.
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{ 
  "Statement": [ 
      { 
          "Action": "sagemaker:CreatePresignedNotebookInstanceUrl", 
          "Effect": "Allow", 
          "Resource": "arn:aws:sagemaker:us-west-2:123456789012:notebook-instance/
myNotebookInstance", 
          "Principal": "*" 
      } 
  ]
}

El acceso a otras instancias de bloc de notas se deniega.

Restricción del acceso a conexiones desde la VPC

Incluso si configura un punto de enlace de interfaz en la VPC, las personas de fuera de la VPC 
puede conectarse a la instancia de bloc de notas a través de Internet.

Important

Si aplicas una política de IAM similar a una de las siguientes, los usuarios no podrán acceder 
a las SageMaker API especificadas ni a la instancia de notebook a través de la consola.

Para restringir el acceso solo a las conexiones realizadas desde la VPC, cree una política de AWS 
Identity and Access Management que restrinja el acceso solo a las llamadas que proceden de dentro 
de la VPC. A continuación, añada dicha política a todos los usuarios, grupos o roles de AWS Identity 
and Access Management que se han utilizado para obtener acceso a la instancia de bloc de notas.

Note

Esta política únicamente permite las conexiones a los intermediarios que se encuentren 
dentro de una subred en la que se haya creado un punto de enlace de interfaz.

{ 
    "Id": "notebook-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
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        { 
            "Sid": "Enable Notebook Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedNotebookInstanceUrl", 
                "sagemaker:DescribeNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:SourceVpc": "vpc-111bbaaa" 
                } 
            } 
        } 
    ]
}

Si desea restringir el acceso a la instancia de cuaderno únicamente a conexiones realizadas 
mediante el punto de conexión de interfaz, utilice la clave de condición aws:SourceVpce en lugar 
de aws:SourceVpc:.

{ 
    "Id": "notebook-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable Notebook Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedNotebookInstanceUrl", 
                "sagemaker:DescribeNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:sourceVpce": [ 
                        "vpce-111bbccc", 
                        "vpce-111bbddd" 
                    ] 
                } 
            } 
        } 
    ]
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}

En estos dos ejemplos de políticas se supone que también has creado un punto final de interfaz para 
la SageMaker API. Para obtener más información, consulte Conéctese a SageMaker dentro de su 
VPC. En el segundo ejemplo, uno de los valores de aws:SourceVpce es el ID del punto de enlace 
de la interfaz para la instancia de bloc de notas. El otro es el ID del punto final de la interfaz de la 
SageMaker API.

Aquí, los ejemplos de políticas incluyen
DescribeNotebookInstance porque normalmente llamaría a DescribeNotebookInstance para 
asegurarse de que NotebookInstanceStatus esté InService antes de intentar conectarse a la 
instancia. Por ejemplo:

aws sagemaker describe-notebook-instance \ 
                    --notebook-instance-name myNotebookInstance 
                     
                     
{ 
   "NotebookInstanceArn": 
   "arn:aws:sagemaker:us-west-2:1234567890ab:notebook-instance/mynotebookinstance", 
   "NotebookInstanceName": "myNotebookInstance", 
   "NotebookInstanceStatus": "InService", 
   "Url": "mynotebookinstance.notebook.us-west-2.sagemaker.aws", 
   "InstanceType": "ml.m4.xlarge", 
   "RoleArn": 
   "arn:aws:iam::1234567890ab:role/service-role/AmazonSageMaker-
ExecutionRole-12345678T123456", 
   "LastModifiedTime": 1540334777.501, 
   "CreationTime": 1523050674.078, 
   "DirectInternetAccess": "Disabled"
}
aws sagemaker create-presigned-notebook-instance-url --notebook-instance-name 
 myNotebookInstance 
                 
                 
{ 
   "AuthorizedUrl": "https://mynotebookinstance.notebook.us-west-2.sagemaker.aws?
authToken=AuthToken
}
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Note

La presigned-notebook-instance-url, AuthorizedUrl, generada se puede utilizar 
desde cualquier lugar de Internet.

Para ambos tipos de llamadas, si no ha habilitado nombres de host DNS privados para su punto 
de conexión de VPC, o si utiliza una versión del AWS SDK que se lanzó antes del 13 de agosto de 
2018, debe especificar la dirección URL del punto de conexión en la llamada. Por ejemplo, la llamada 
a create-presigned-notebook-instance-url es:

aws sagemaker create-presigned-notebook-instance-url 
    --notebook-instance-name myNotebookInstance --endpoint-url 
     VPC_Endpoint_ID.api.sagemaker.Region.vpce.amazonaws.com

Conexión de su red privada a su VPC

Para llamar a la SageMaker API y al tiempo de SageMaker ejecución a través de su VPC, debe 
conectarse desde una instancia que esté dentro de la VPC o conectar su red privada a su VPC 
mediante un () o. AWS Virtual Private Network AWS VPN AWS Direct Connect Para obtener más 
información acerca de AWS VPN, consulte las conexiones de VPN en la Guía del usuario de Amazon 
Virtual Private Cloud. Para obtener información acerca de AWS Direct Connect, consulte Creating a 
Connection en la Guía del usuario de AWS Direct Connect.

Conceda SageMaker acceso a los recursos de su Amazon VPC

SageMaker ejecuta los siguientes tipos de trabajo en una Amazon Virtual Private Cloud de forma 
predeterminada.

• Procesando

• Formación

• Alojamiento de modelos

• Transformación por lotes

• Amazon SageMaker Clarify

• SageMaker Compilación
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Sin embargo, los contenedores para estos trabajos acceden a los recursos de AWS, como los 
buckets de Amazon Simple Storage Service (Amazon S3), donde se almacenan los datos de 
entrenamiento y los artefactos de modelo, a través de Internet.

Para controlar el acceso a sus datos y contenedores de trabajos, se recomienda crear una VPC 
privada y configurarla de manera que no se pueda obtener acceso a ellos a través de Internet. 
Para obtener información sobre la creación y configuración de una VPC, consulte Introducción a 
Amazon VPC en la Guía del usuario de Amazon VPC. Usar una VPC ayuda a proteger sus datos 
y contenedores de trabajos, ya que puede configurar la VPC de manera que no se conecte a 
Internet. Utilizar una VPC también le permite supervisar todo el tráfico de red dentro y fuera de sus 
contenedores de trabajos mediante registros de flujo de la VPC. Para obtener más información, 
consulte Logs de flujo de VPC en la Guía del usuario de Amazon VPC.

Especifique la configuración privada de la VPC cuando cree trabajos especificando subredes 
y grupos de seguridad. Al especificar las subredes y los grupos de seguridad, SageMaker crea
interfaces de red elásticas que se asocian a los grupos de seguridad de una de las subredes. Las 
interfaces de red elásticas permiten a sus contenedores de trabajos conectarse a los recursos en la 
VPC. Para obtener más información sobre las interfaces de red, consulte Interfaces de red elásticas
en la Guía del usuario de Amazon VPC.

Debe especificar una configuración de VPC dentro del VpcConfig objeto de la
CreateProcessingJoboperación u CreateTrainingJoboperación. Al especificar una configuración de 
VPC al crear un trabajo de formación, el modelo tendrá acceso a los recursos de la VPC.

La especificación de una configuración de VPC por sí sola no cambia la ruta de invocación. Para 
conectarse a Amazon SageMaker dentro de una VPC, cree un punto de enlace de VPC e invoquelo. 
Para obtener más información, consulte Conéctese a SageMaker dentro de su VPC.

Temas

• Ofrezca a los trabajos de SageMaker procesamiento acceso a los recursos de su Amazon VPC

• Ofrezca a los trabajos de SageMaker formación acceso a los recursos de su Amazon VPC

• Ofrezca a los endpoints SageMaker alojados acceso a los recursos de su Amazon VPC

• Conceder acceso a los trabajos de transformación por lotes a los recursos de su Amazon VPC

• Ofrezca a Amazon SageMaker Clarify Jobs acceso a los recursos de su Amazon VPC

• Ofrezca a los trabajos de SageMaker compilación acceso a los recursos de su Amazon VPC

• Conceder a los trabajos del recomendador de inferencias acceso a los recursos de su Amazon 
VPC
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Ofrezca a los trabajos de SageMaker procesamiento acceso a los recursos de su 
Amazon VPC

Para controlar el acceso a sus datos y trabajos de procesamiento, cree una Amazon VPC con 
subredes privadas. Para obtener información sobre la creación y configuración de una VPC, consulte
Introducción a Amazon VPC en la Guía del usuario de Amazon VPC.

Puede supervisar todo el tráfico de red dentro y fuera de sus contenedores de procesamiento 
mediante registros de flujo de la VPC. Para obtener más información, consulte Logs de flujo de VPC
en la Guía del usuario de Amazon VPC.

En este documento se explica cómo agregar configuraciones de Amazon VPC para trabajos de 
procesamiento.

Configurar un trabajo de procesamiento para el acceso a Amazon VPC

Para configurar el trabajo de procesamiento, especifique las subredes y los ID de los grupos de 
seguridad de la VPC. No es necesario especificar la subred para el contenedor de procesamiento. 
Amazon extrae SageMaker automáticamente el contenedor de procesamiento de Amazon ECR. 
Para obtener más información sobre los contenedores de procesamiento, consulte Procesamiento de 
datos.

Al crear un trabajo de procesamiento, puede especificar subredes y grupos de seguridad en su VPC 
mediante SageMaker la consola o la API.

Para usar la API, debe especificar las subredes y los ID de los grupos de seguridad en el
NetworkConfig.VpcConfig parámetro de la operación.  CreateProcessingJob SageMaker utiliza 
los detalles de la subred y el grupo de seguridad para crear las interfaces de red y las conecta a 
los contenedores de procesamiento. Las interfaces de red proporcionan a sus contenedores de 
procesamiento una conexión de red en su VPC. Esto permite que el trabajo de procesamiento se 
conecte a los recursos que existen en la VPC.

A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su llamada a la 
operación CreateProcessingJob:

VpcConfig: { 
    "Subnets": [ 
        "subnet-0123456789abcdef0", 
        "subnet-0123456789abcdef1", 
        "subnet-0123456789abcdef2" 
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    ],     
    "SecurityGroupIds": [ 
        "sg-0123456789abcdef0" 
    ]
}

Configurar la VPC privada para el procesamiento de SageMaker

Al configurar la VPC privada para sus trabajos de SageMaker procesamiento, siga las siguientes 
instrucciones. Para obtener información sobre la configuración de una VPC, consulte Working with 
VPCs and Subnets en la Guía del usuario de Amazon VPC.

Temas

• Asegúrese de que las subredes disponen de suficientes direcciones IP

• Crear un punto de conexión de VPC de Amazon S3

• Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

• Configurar tablas de ruteo

• Configurar el grupo de seguridad de la VPC

• Conexión a recursos fuera de la VPC

• Supervisa los trabajos SageMaker de procesamiento de Amazon con CloudWatch registros y 
métricas

Asegúrese de que las subredes disponen de suficientes direcciones IP

Las subredes de la VPC deben disponer de al menos dos direcciones IP privadas para cada 
instancia en un trabajo de procesamiento. Para obtener más información, consulte PC and Subnet 
Sizing for IPv4 en la Guía del usuario de Amazon VPC.

Crear un punto de conexión de VPC de Amazon S3

Si configura la VPC de manera que los contenedores de procesamiento no dispongan de acceso a 
Internet, no se podrán conectar a los buckets de Amazon S3 que contienen sus datos a no ser que 
cree un punto de conexión de VPC que permita el acceso. Si crea un punto de enlace de la VPC, 
permite a los contenedores de procesamiento obtener acceso a los buckets en los que almacena los 
datos. Le recomendamos que también cree una política personalizada que permita solo solicitudes 
de su VPC privada para obtener acceso a sus buckets de S3. Para obtener más información, 
consulte Puntos de enlace para Amazon S3.
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Para crear un punto de enlace de la VPC de S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.

2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create 
Endpoint (Crear punto de enlace).

3. En Nombre del servicio, elija com.amazonaws.region.s3, donde region es el nombre de la 
región donde reside la VPC.

4. En VPC, elija la VPC que desea usar para este punto de conexión.

5. En Configurar tablas de enrutamiento, seleccione las tablas de enrutamiento que debe usar el 
punto de conexión. El servicio de VPC añadirá automáticamente una ruta a cada tabla de ruteo 
que seleccione que dirige cualquier tráfico de S3 al nuevo punto de enlace.

6. En Policy (Política), elija Full Access (Acceso completo) para permitir acceso completo al 
servicio de S3 a cualquier usuario o servicio dentro de la VPC. Elija Personalizado para restringir 
el acceso más. Para obtener más información, consulte Utilizar una política de puntos de enlace 
personalizados para restringir el acceso a S3.

Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

La política de puntos de enlace predeterminada permite acceso completo a S3 a cualquier usuario 
o servicio de la VPC. Para restringir aún más el acceso a S3, cree una política de puntos de enlace 
personalizada. Para obtener más información, consulte Using Endpoint Policies for Amazon S3. 
También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el 
tráfico que proceda de su Amazon VPC. Para obtener más información, consulte Using Amazon S3 
Bucket Policies.

Limitar la instalación de paquetes en el contenedor de procesamiento

La política de punto de enlace predeterminada permite a los usuarios instalar paquetes desde los 
repositorios de Amazon Linux y Amazon Linux 2 en el contenedor de procesamiento. Si no desea 
que los usuarios instalen paquetes desde ese repositorio, cree una política de punto de enlace 
personalizada que deniegue de forma explícita el acceso a los repositorios de Amazon Linux y 
Amazon Linux 2. A continuación se muestra un ejemplo de una política que deniega el acceso a 
estos repositorios:

{  
    "Statement": [  
      {  
        "Sid": "AmazonLinuxAMIRepositoryAccess", 
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        "Principal": "*", 
        "Action": [  
            "s3:GetObject"  
        ], 
        "Effect": "Deny", 
        "Resource": [ 
            "arn:aws:s3:::packages.*.amazonaws.com/*", 
            "arn:aws:s3:::repo.*.amazonaws.com/*" 
        ]  
      }  
    ]  
}  

{  
    "Statement": [  
        { "Sid": "AmazonLinux2AMIRepositoryAccess", 
          "Principal": "*", 
          "Action": [  
              "s3:GetObject"  
              ], 
          "Effect": "Deny", 
          "Resource": [ 
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*"  
              ]  
         }  
    ]  
} 

Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de enrutamiento de punto de conexión, 
de manera que se resuelvan las URL de Amazon S3 estándar (por ejemplo, http://s3-aws-
region.amazonaws.com/MyBucket). Si no utiliza la configuración de DNS predeterminada, 
asegúrese de que las URL que utiliza especifiquen las ubicaciones de los datos en su resolución 
de trabajos de procesamiento mediante la configuración de tablas de ruteo de punto de enlace. 
Para obtener información sobre las tablas de enrutamiento de punto de conexión de VPC, consulte
Routing for Gateway Endpoints en la Guía del usuario de Amazon VPC.

Configurar el grupo de seguridad de la VPC

En el procesamiento distribuido, debe permitir la comunicación entre distintos contenedores en el 
mismo trabajo de procesamiento. Para ello, configure una regla para el grupo de seguridad que 
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permita conexiones entrantes entre miembros del mismo grupo de seguridad. Para obtener más 
información, consulte Reglas del grupo de seguridad.

Conexión a recursos fuera de la VPC

Si va a conectar sus modelos a recursos externos a la VPC en la que se ejecutan, realice una de las 
siguientes acciones:

• Conéctese a otros servicios de AWS: si su modelo precisa acceso a un servicio de AWS que 
admita puntos de conexión de Amazon VPC de interfaz, cree un punto de conexión que conectar 
a ese servicio. Para obtener una lista de los servicios que admiten puntos de conexión de interfaz, 
consulte Servicios de AWS que se integran con AWS PrivateLink en la Guía del usuario de AWS 
PrivateLink. Para obtener información sobre la creación de un punto de conexión de VPC de 
interfaz, consulte Acceda a un Servicio de AWS mediante un punto de conexión de VPC de 
interfaz en la Guía del usuario de AWS PrivateLink.

• Conéctese a los recursos a través de Internet: si sus modelos se ejecutan en instancias de una 
Amazon VPC que no tiene una subred con acceso a Internet, los modelos no tendrán acceso a los 
recursos de Internet. Si su modelo necesita acceder a un servicio de AWS que no admite puntos 
de conexión de VPC de interfaz o a un recurso ajeno a AWS, asegúrese de ejecutar sus modelos 
en una subred privada que tenga acceso a Internet mediante una puerta de enlace NAT pública en 
una subred pública. Una vez que haya ejecutado sus modelos en la subred privada, configure los 
grupos de seguridad y las listas de control de acceso a la red (NACL) para permitir las conexiones 
salientes desde la subred privada a la puerta de enlace NAT pública de la subred pública. Para 
obtener más información, consulte Gateways NAT en la Guía del usuario de Amazon VPC.

Supervisa los trabajos SageMaker de procesamiento de Amazon con CloudWatch registros y 
métricas

Amazon SageMaker proporciona CloudWatch registros y métricas de Amazon para supervisar los 
trabajos de formación. CloudWatch proporciona métricas de CPU, GPU, memoria, memoria de GPU 
y disco, y registro de eventos. Para obtener más información sobre la supervisión de los trabajos 
SageMaker de procesamiento de Amazon, consulta Supervisa Amazon SageMaker con Amazon 
CloudWatch ySageMaker Métricas de trabajos y puntos finales.
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Ofrezca a los trabajos de SageMaker formación acceso a los recursos de su Amazon 
VPC

Note

Para trabajos de capacitación, puede configurar subredes solo con una VPC de tenencia 
predeterminada en la que la instancia se ejecuta en hardware compartido. Para obtener más 
información sobre los atributos de tenencia para VPC, consulte Instancias dedicadas.

Configurar un trabajo de entrenamiento para el acceso a Amazon VPC

Para controlar el acceso a sus trabajos de entrenamiento, ejecútelos en una Amazon VPC con 
subredes privadas que no tengan acceso a Internet.

Para configurar el trabajo de entrenamiento para que se ejecute en la VPC, especifique las subredes 
y los ID de los grupos de seguridad. No es necesario especificar la subred para el contenedor del 
trabajo de entrenamiento. Amazon extrae SageMaker automáticamente la imagen del contenedor de 
formación de Amazon ECR.

Al crear un trabajo de formación, puede especificar las subredes y los grupos de seguridad de su 
VPC mediante la consola de SageMaker Amazon o la API.

Para usar la API, debe especificar las subredes y los ID de los grupos de seguridad en el
VpcConfig parámetro de la operación.  CreateTrainingJob SageMaker utiliza los detalles de la 
subred y el grupo de seguridad para crear las interfaces de red y las adjunta a los contenedores 
de entrenamiento. Las interfaces de red proporcionan a sus contenedores de entrenamiento una 
conexión de red en su VPC. Esto permite que el trabajo de entrenamiento se conecte a los recursos 
que existen en la VPC.

A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su llamada a la 
operación CreateTrainingJob:

VpcConfig: { 
      "Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
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      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
          ] 
        }

Configure su VPC privada para la formación SageMaker

Al configurar la VPC privada para sus trabajos de SageMaker formación, siga las siguientes 
instrucciones. Para obtener información sobre la configuración de una VPC, consulte Working with 
VPCs and Subnets en la Guía del usuario de Amazon VPC.

Temas

• Asegúrese de que las subredes disponen de suficientes direcciones IP

• Crear un punto de conexión de VPC de Amazon S3

• Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

• Configurar tablas de ruteo

• Configurar el grupo de seguridad de la VPC

• Conexión a recursos fuera de la VPC

• Supervise los trabajos de SageMaker formación de Amazon con CloudWatch registros y métricas

Asegúrese de que las subredes disponen de suficientes direcciones IP

Las instancias de entrenamiento que no usen un Elastic Fabric Adapter (EFA) deben tener al menos 
2 direcciones IP privadas. Las instancias de entrenamiento que utilizan una EFA deben tener al 
menos 5 direcciones IP privadas. Para obtener más información, consulte Varias direcciones IP en la 
Guía del usuario de Amazon EC2.

Las subredes de la VPC deben disponer de al menos dos direcciones IP privadas para cada 
instancia en un trabajo de capacitación. Para obtener más información, consulte PC and Subnet 
Sizing for IPv4 en la Guía del usuario de Amazon VPC.

Crear un punto de conexión de VPC de Amazon S3

Si configura la VPC de manera que los contenedores de entrenamiento no dispongan de acceso 
a Internet, no se podrán conectar a los buckets de Amazon S3 que contienen los datos de 
entrenamiento a no ser que cree un punto de conexión de VPC que permita el acceso. Si crea un 
punto de enlace de la VPC, permita a los contenedores de capacitación obtener acceso a los buckets 
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en los que almacena los datos y los artefactos de modelos. Le recomendamos que también cree una 
política personalizada que permita solo solicitudes de su VPC privada para obtener acceso a sus 
buckets de S3. Para obtener más información, consulte Puntos de enlace para Amazon S3.

Para crear un punto de enlace de la VPC de S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.

2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create 
Endpoint (Crear punto de enlace).

3. En Nombre del servicio, busque com.amazonaws.region.s3, donde region es el nombre de la 
región donde reside la VPC.

4. Elija el Tipo de puerta de enlace.

5. En VPC, elija la VPC que desea usar para este punto de conexión.

6. En Configurar tablas de enrutamiento, seleccione las tablas de enrutamiento que debe usar el 
punto de conexión. El servicio de VPC añadirá automáticamente una ruta a cada tabla de ruteo 
que seleccione que dirige cualquier tráfico de S3 al nuevo punto de enlace.

7. En Policy (Política), elija Full Access (Acceso completo) para permitir acceso completo al 
servicio de S3 a cualquier usuario o servicio dentro de la VPC. Elija Personalizado para restringir 
el acceso más. Para obtener más información, consulte Utilizar una política de puntos de enlace 
personalizados para restringir el acceso a S3.

Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

La política de puntos de enlace predeterminada permite acceso completo a S3 a cualquier usuario 
o servicio de la VPC. Para restringir aún más el acceso a S3, cree una política de puntos de enlace 
personalizada. Para obtener más información, consulte Using Endpoint Policies for Amazon S3. 
También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el 
tráfico que proceda de su Amazon VPC. Para obtener más información, consulte Using Amazon S3 
Bucket Policies.

Restringir la instalación de paquetes en el contenedor de capacitación

La política de punto de enlace predeterminada permite a los usuarios instalar paquetes desde los 
repositorios de Amazon Linux y Amazon Linux 2 en el paquete de capacitación. Si no desea que los 
usuarios instalen paquetes desde ese repositorio, cree una política de punto de enlace personalizada 
que deniegue de forma explícita el acceso a los repositorios de Amazon Linux y Amazon Linux 2. A 
continuación se muestra un ejemplo de una política que deniega el acceso a estos repositorios:
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{  
    "Statement": [  
      {  
        "Sid": "AmazonLinuxAMIRepositoryAccess", 
        "Principal": "*", 
        "Action": [  
            "s3:GetObject"  
        ], 
        "Effect": "Deny", 
        "Resource": [ 
            "arn:aws:s3:::packages.*.amazonaws.com/*", 
            "arn:aws:s3:::repo.*.amazonaws.com/*" 
        ]  
      }  
    ]  
}  

{  
    "Statement": [  
        { "Sid": "AmazonLinux2AMIRepositoryAccess", 
          "Principal": "*", 
          "Action": [  
              "s3:GetObject"  
              ], 
          "Effect": "Deny", 
          "Resource": [ 
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*"  
              ]  
         }  
    ]  
} 

Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de enrutamiento de punto de conexión, 
de manera que se resuelvan las URL de Amazon S3 estándar (por ejemplo, http://s3-aws-
region.amazonaws.com/MyBucket). Si no utiliza la configuración de DNS predeterminada, 
asegúrese de que las URL que utiliza especifiquen las ubicaciones de los datos en su resolución 
de trabajos de capacitación mediante la configuración de tablas de ruteo de punto de enlace. Para 
obtener información sobre las tablas de enrutamiento de punto de conexión de VPC, consulte
Routing for Gateway Endpoints en la Guía del usuario de Amazon VPC.
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Configurar el grupo de seguridad de la VPC

En la capacitación distribuida, debe permitir la comunicación entre distintos contenedores en el 
mismo trabajo de capacitación. Para ello, configure una regla para el grupo de seguridad que permita 
conexiones entrantes entre miembros del mismo grupo de seguridad. En el caso de las instancias 
habilitadas para EFA, asegúrese de que las conexiones entrantes y salientes permitan todo el 
tráfico del mismo grupo de seguridad. Para obtener más información, consulte Reglas del grupo de 
seguridad en la Guía del usuario de Amazon Virtual Private Cloud.

Conexión a recursos fuera de la VPC

Si configura la VPC de manera que no disponga de acceso a Internet, los trabajos de capacitación 
que usan esa VPC no disponen de acceso a los recursos fuera de la VPC. Si su trabajo de 
capacitación precisa de acceso a recursos fuera de la VPC, proporcione acceso con una de las 
siguientes opciones:

• Si su trabajo de capacitación precisa acceso a un servicio de AWS que admita puntos de enlace 
de la VPC de la interfaz, cree un punto de enlace que conectar a ese servicio. Para obtener una 
lista de servicios que admiten puntos de conexión de interfaz, consulte Puntos de conexión de 
VPC en la Guía del usuario de Amazon Virtual Private Cloud. Para obtener información sobre la 
creación de un punto de enlace de VPC de interfaz, consulte Puntos de enlace de VPC de interfaz 
(AWS PrivateLink) en la Guía del usuario de Amazon Virtual Private Cloud.

• Si su trabajo de capacitación necesita acceso a un servicio de AWS que no admite puntos de 
enlace de la VPC de interfaz o a un recurso fuera de AWS, cree una gateway NAT y configure 
sus grupos de seguridad para permitir conexiones salientes. Para obtener información sobre 
la configuración de una gateway NAT para su VPC, consulte Escenario 2: VPC con subredes 
públicas y privadas (NAT) en la Guía del usuario de Amazon Virtual Private Cloud.

Supervise los trabajos de SageMaker formación de Amazon con CloudWatch registros y métricas

Amazon SageMaker proporciona CloudWatch registros y métricas de Amazon para supervisar los 
trabajos de formación. CloudWatch proporciona métricas de CPU, GPU, memoria, memoria de GPU 
y disco, y registro de eventos. Para obtener más información sobre la supervisión de los trabajos de 
SageMaker formación de Amazon, consulte Supervisa Amazon SageMaker con Amazon CloudWatch
ySageMaker Métricas de trabajos y puntos finales.
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Ofrezca a los endpoints SageMaker alojados acceso a los recursos de su Amazon 
VPC

Configurar un modelo para el acceso a Amazon VPC

Para especificar subredes y grupos de seguridad en su VPC privada, utilice VpcConfig el 
parámetro de solicitud de CreateModella API o proporcione esta información al crear un modelo en 
SageMaker la consola. SageMaker utiliza esta información para crear interfaces de red y conectarlas 
a los contenedores del modelo. Las interfaces de red proporcionan a sus contenedores de modelos 
una conexión de red en su VPC que no está conectada a Internet. También permiten al modelo 
conectarse a recursos en su VPC privada.

Note

Debe crear al menos dos subredes en zonas de disponibilidad distintas en su VPC privada, 
incluso si solo dispone de una instancia de alojamiento.

A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su llamada a
CreateModel:

VpcConfig: { 
      "Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
          ] 
       }

Configura tu VPC privada para el alojamiento SageMaker

Al configurar la VPC privada para sus SageMaker modelos, siga las siguientes pautas. Para obtener 
información sobre la configuración de una VPC, consulte Working with VPCs and Subnets en la Guía 
del usuario de Amazon VPC.

Temas
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• Asegúrese de que las subredes disponen de suficientes direcciones IP

• Crear un punto de conexión de VPC de Amazon S3

• Uso de una política de puntos de conexión personalizada para restringir el acceso a Amazon S3

• Incorporación de permisos para el acceso al punto de conexión de los contenedores que se 
ejecutan en una VPC a las políticas de IAM personalizadas

• Configurar tablas de ruteo

• Conexión a recursos fuera de la VPC

Asegúrese de que las subredes disponen de suficientes direcciones IP

Las instancias de entrenamiento que no usen un Elastic Fabric Adapter (EFA) deben tener al menos 
2 direcciones IP privadas. Las instancias de entrenamiento que utilizan una EFA deben tener al 
menos 5 direcciones IP privadas. Para obtener más información, consulte Varias direcciones IP en la 
Guía del usuario de Amazon EC2.

Crear un punto de conexión de VPC de Amazon S3

Si configura la VPC de manera que los contenedores de modelos no dispongan de acceso a Internet, 
no se podrán conectar a los buckets de Amazon S3 que contienen sus datos a no ser que cree un 
punto de conexión de VPC que permita el acceso. Si crea un punto de enlace de la VPC, permite 
a los contenedores de modelo obtener acceso a los buckets en los que almacena los datos y los 
artefactos de modelos. Le recomendamos que también cree una política personalizada que permita 
solo solicitudes de su VPC privada para obtener acceso a sus buckets de S3. Para obtener más 
información, consulte Puntos de enlace para Amazon S3.

Para crear un punto de conexión de VPC de Amazon S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.

2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create 
Endpoint (Crear punto de enlace).

3. En Nombre del servicio, elija com.amazonaws.region.s3, donde region es el nombre de la 
región de AWS donde reside la VPC.

4. En VPC, elija la VPC que desea usar para este punto de enlace.

5. En Configurar las tablas de enrutamiento, elija las tablas de enrutamiento que usará el punto de 
conexión. El servicio de VPC agregará automáticamente una ruta a cada tabla de enrutamiento 
que elija que dirige el tráfico de Amazon S3 al nuevo punto de conexión.
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6. En Política, elija Acceso completo para permitir acceso completo al servicio de Amazon S3 
a cualquier usuario o servicio dentro de la VPC. Para restringir el acceso más, elija Custom 
(Personalizado). Para obtener más información, consulte Uso de una política de puntos de 
conexión personalizada para restringir el acceso a Amazon S3.

Uso de una política de puntos de conexión personalizada para restringir el acceso a Amazon S3

La política de puntos de conexión predeterminada permite acceso completo a Amazon Simple 
Storage Service (Amazon S3) a cualquier usuario o servicio de la VPC. Para restringir aún más el 
acceso a Amazon S3, cree una política de puntos de conexión personalizada. Para obtener más 
información, consulte Using Endpoint Policies for Amazon S3.

También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el 
tráfico que proceda de su Amazon VPC. Para obtener más información, consulte Using Amazon S3 
Bucket Policies.

Restricción de la instalación de paquetes en el contenedor de modelos con una política de puntos de 
enlace personalizada

La política de punto de enlace predeterminada permite a los usuarios instalar paquetes desde los 
repositorios de Amazon Linux y Amazon Linux 2 en el contenedor de modelos. Si no desea que 
los usuarios instalen paquetes desde esos repositorios, cree una política de puntos de enlace 
personalizada que deniegue de forma explícita el acceso a los repositorios de Amazon Linux y 
Amazon Linux 2. A continuación se muestra un ejemplo de una política que deniega el acceso a 
estos repositorios:

{  
    "Statement": [  
      {  
        "Sid": "AmazonLinuxAMIRepositoryAccess", 
        "Principal": "*", 
        "Action": [  
            "s3:GetObject"  
        ], 
        "Effect": "Deny", 
        "Resource": [ 
            "arn:aws:s3:::packages.*.amazonaws.com/*", 
            "arn:aws:s3:::repo.*.amazonaws.com/*" 
        ]  
      }  
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    ]  
}  

{  
    "Statement": [  
        { "Sid": "AmazonLinux2AMIRepositoryAccess", 
          "Principal": "*", 
          "Action": [  
              "s3:GetObject"  
              ], 
          "Effect": "Deny", 
          "Resource": [ 
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*"  
              ]  
         }  
    ]  
} 

Incorporación de permisos para el acceso al punto de conexión de los contenedores que se ejecutan 
en una VPC a las políticas de IAM personalizadas

La política administrada SageMakerFullAccess incluye los permisos que necesita para usar 
modelos configurados para el acceso a Amazon VPC con un punto de conexión. Estos permisos 
permiten SageMaker crear una interfaz de red elástica y adjuntarla a contenedores modelo que se 
ejecutan en una VPC. Si usa su propia política de IAM, debe agregar los siguientes permisos a esta 
política para usar modelos configurados para el acceso a VPC.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeVpcs", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:CreateNetworkInterface" 
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            ], 
            "Resource": "*" 
        } 
    ]
}

Para obtener más información sobre la política administrada SageMakerFullAccess, consulte
AWSpolítica gestionada: AmazonSageMakerFullAccess.

Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de enrutamiento de punto de conexión, 
de manera que se resuelvan las URL de Amazon S3 estándar (por ejemplo, http://s3-aws-
region.amazonaws.com/MyBucket). Si no utiliza la configuración de DNS predeterminada, 
asegúrese de que las URL que utiliza especifiquen las ubicaciones de los datos en su resolución de 
modelos mediante la configuración de tablas de ruteo de punto de enlace. Para obtener información 
sobre las tablas de enrutamiento de punto de conexión de VPC, consulte Routing for Gateway 
Endpoints en la Guía del usuario de Amazon VPC.

Conexión a recursos fuera de la VPC

Si configura la VPC de manera que no disponga de acceso a Internet, los modelos que usan esa 
VPC no disponen de acceso a los recursos fuera de la VPC. Si su modelo precisa de acceso a 
recursos fuera de la VPC, proporcione acceso con una de las siguientes opciones:

• Si su modelo precisa acceso a un servicio de AWS que admita puntos de enlace de la VPC de la 
interfaz, cree un punto de enlace que conectar a ese servicio. Para obtener una lista de servicios 
que admiten puntos de conexión de interfaz, consulte Puntos de conexión de VPC en la Guía del 
usuario de Amazon VPC. Para obtener información sobre la creación de un punto de enlace de 
VPC de interfaz, consulte Puntos de enlace de VPC de interfaz () en la Guía AWS PrivateLink del
usuario de Amazon VPC.

• Si su modelo necesita acceso a un servicio de AWS que no admite puntos de enlace de la VPC de 
interfaz o a un recurso fuera de AWS, cree una gateway NAT y configure sus grupos de seguridad 
para permitir conexiones salientes. Para obtener información sobre la configuración de una 
gateway NAT para su VPC, consulte Escenario 2: VPC con subredes públicas y privadas (NAT) en 
la Guía del usuario de Amazon Virtual Private Cloud.
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Conceder acceso a los trabajos de transformación por lotes a los recursos de su 
Amazon VPC

Para controlar el acceso a sus datos y trabajos de transformación por lotes, se recomienda crear 
una Amazon VPC privada y configurarla de manera que no se pueda obtener acceso a sus trabajos 
a través de Internet. Especifique la configuración de la VPC privada cuando cree un modelo 
especificando subredes y grupos de seguridad. A continuación, especifique el mismo modelo al 
crear un trabajo de transformación por lotes. Al especificar las subredes y los grupos de seguridad, 
SageMaker crea interfaces de red elásticas que se asocian a los grupos de seguridad de una de las 
subredes. Las interfaces de red permiten a sus contenedores de modelos conectarse a los recursos 
en la VPC. Para obtener más información sobre las interfaces de red, consulte Interfaces de red 
elásticas en la Guía del usuario de Amazon VPC.

En este documento se explica cómo agregar configuraciones de Amazon VPC para trabajos de 
transformación por lotes.

Configurar un trabajo de transformación por lotes para el acceso a Amazon VPC

Para especificar subredes y grupos de seguridad en su VPC privada, utilice el parámetro de solicitud
VpcConfig de la API CreateModel o proporcione esta información cuando cree un modelo 
en la consola de SageMaker . A continuación, especifique el mismo modelo en el parámetro de
ModelName solicitud de la CreateTransformJobAPI o en el campo Nombre del modelo al crear un 
trabajo de transformación en la SageMaker consola. SageMaker utiliza esta información para crear 
interfaces de red y adjuntarlas a los contenedores de modelos. Las interfaces de red proporcionan 
a sus contenedores de modelos una conexión de red en su VPC que no está conectada a Internet. 
También permiten a su trabajo de transformación conectarse a recursos en su VPC privada.

A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su llamada a
CreateModel:

VpcConfig: { 
      "Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
          ] 
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        }

Si va a crear un modelo mediante la operación de la API CreateModel, el rol de ejecución de IAM 
que utilice para crear el modelo debe incluir los permisos que se describen en CreateModel API: 
permisos de funciones de ejecución, incluidos los siguientes permisos necesarios para una VPC 
privada.

Al crear un modelo en la consola, si selecciona Crear un nuevo rol en la sección Configuración 
del modelo, la AmazonSageMakerFullAccess política utilizada para crear el rol ya contiene estos 
permisos. Si selecciona Especificar el ARN de un rol de IAM personalizado o Usar rol existente, 
el ARN del rol que especifique debe tener una política de ejecución asociada con los siguientes 
permisos.

{ 
            "Effect": "Allow", 
            "Action": [ 
            "ec2:CreateNetworkInterface", 
            "ec2:CreateNetworkInterfacePermission", 
            "ec2:DeleteNetworkInterface", 
            "ec2:DeleteNetworkInterfacePermission", 
            "ec2:DescribeNetworkInterfaces", 
            "ec2:DescribeVpcs", 
            "ec2:DescribeDhcpOptions", 
            "ec2:DescribeSubnets", 
            "ec2:DescribeSecurityGroups"

Configure su VPC privada para la transformación por lotes SageMaker

Al configurar la VPC privada para sus trabajos de transformación SageMaker por lotes, siga las 
siguientes pautas. Para obtener información sobre la configuración de una VPC, consulte Working 
with VPCs and Subnets en la Guía del usuario de Amazon VPC.

Temas

• Asegúrese de que las subredes disponen de suficientes direcciones IP

• Crear un punto de conexión de VPC de Amazon S3

• Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

• Configurar tablas de ruteo

• Configurar el grupo de seguridad de la VPC

• Conexión a recursos fuera de la VPC

Conceda SageMaker acceso a los recursos de su Amazon VPC 6349

https://console.aws.amazon.com/iam/home#/policies/arn:aws:iam::aws:policy/AmazonSageMakerFullAccess$jsonEditor
https://docs.aws.amazon.com/AmazonVPC/latest/UserGuide/working-with-vpcs.html
https://docs.aws.amazon.com/AmazonVPC/latest/UserGuide/working-with-vpcs.html


Amazon SageMaker Guía para desarrolladores

Asegúrese de que las subredes disponen de suficientes direcciones IP

Las subredes de VPC deben disponer de al menos dos direcciones IP privadas para cada instancia 
en un trabajo de transformación. Para obtener más información, consulte PC and Subnet Sizing for 
IPv4 en la Guía del usuario de Amazon VPC.

Crear un punto de conexión de VPC de Amazon S3

Si configura la VPC de manera que los contenedores de modelos no dispongan de acceso a Internet, 
no se podrán conectar a los buckets de Amazon S3 que contienen sus datos a no ser que cree un 
punto de conexión de VPC que permita el acceso. Si crea un punto de enlace de la VPC, permite 
a los contenedores de modelo obtener acceso a los buckets en los que almacena los datos y los 
artefactos de modelos. Le recomendamos que también cree una política personalizada que permita 
solo solicitudes de su VPC privada para obtener acceso a sus buckets de S3. Para obtener más 
información, consulte Puntos de enlace para Amazon S3.

Para crear un punto de enlace de la VPC de S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.

2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create 
Endpoint (Crear punto de enlace).

3. En Nombre del servicio, elija com.amazonaws.region.s3, donde region es el nombre de la 
región donde reside la VPC.

4. En VPC, elija la VPC que desea usar para este punto de conexión.

5. En Configurar tablas de enrutamiento, seleccione las tablas de enrutamiento que debe usar el 
punto de conexión. El servicio de VPC añadirá automáticamente una ruta a cada tabla de ruteo 
que seleccione que dirige cualquier tráfico de S3 al nuevo punto de enlace.

6. En Policy (Política), elija Full Access (Acceso completo) para permitir acceso completo al 
servicio de S3 a cualquier usuario o servicio dentro de la VPC. Elija Personalizado para restringir 
el acceso más. Para obtener más información, consulte Utilizar una política de puntos de enlace 
personalizados para restringir el acceso a S3.

Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

La política de puntos de enlace predeterminada permite acceso completo a S3 a cualquier usuario 
o servicio de la VPC. Para restringir aún más el acceso a S3, cree una política de puntos de enlace 
personalizada. Para obtener más información, consulte Using Endpoint Policies for Amazon S3. 
También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el 
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tráfico que proceda de su Amazon VPC. Para obtener más información, consulte Using Amazon S3 
Bucket Policies.

Restringir la instalación de paquetes en el contenedor de modelos

La política de punto de enlace predeterminada permite a los usuarios instalar paquetes desde los 
repositorios de Amazon Linux y Amazon Linux 2 en el paquete de capacitación. Si no desea que los 
usuarios instalen paquetes desde ese repositorio, cree una política de punto de enlace personalizada 
que deniegue de forma explícita el acceso a los repositorios de Amazon Linux y Amazon Linux 2. A 
continuación se muestra un ejemplo de una política que deniega el acceso a estos repositorios:

{  
    "Statement": [  
      {  
        "Sid": "AmazonLinuxAMIRepositoryAccess", 
        "Principal": "*", 
        "Action": [  
            "s3:GetObject"  
        ], 
        "Effect": "Deny", 
        "Resource": [ 
            "arn:aws:s3:::packages.*.amazonaws.com/*", 
            "arn:aws:s3:::repo.*.amazonaws.com/*" 
        ]  
      }  
    ]  
}  

{  
    "Statement": [  
        { "Sid": "AmazonLinux2AMIRepositoryAccess", 
          "Principal": "*", 
          "Action": [  
              "s3:GetObject"  
              ], 
          "Effect": "Deny", 
          "Resource": [ 
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*"  
              ]  
         }  
    ]  
} 
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Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de enrutamiento de punto de conexión, 
de manera que se resuelvan las URL de Amazon S3 estándar (por ejemplo, http://s3-aws-
region.amazonaws.com/MyBucket). Si no utiliza la configuración de DNS predeterminada, 
asegúrese de que las URL que utiliza especifiquen las ubicaciones de los datos en su resolución de 
trabajos de transformación por lotes mediante la configuración de tablas de ruteo de punto de enlace. 
Para obtener información sobre las tablas de enrutamiento de punto de conexión de VPC, consulte
Routing for Gateway Endpoints en la Guía del usuario de Amazon VPC.

Configurar el grupo de seguridad de la VPC

En la transformación por lotes distribuida, debe permitir la comunicación entre distintos contenedores 
en el mismo trabajo de transformación por lotes. Para ello, configure una regla para el grupo de 
seguridad que permita conexiones entrantes y salientes entre miembros del mismo grupo de 
seguridad. Los miembros del mismo grupo de seguridad deben poder comunicarse entre sí en todos 
los puertos. Para obtener más información, consulte Reglas del grupo de seguridad.

Conexión a recursos fuera de la VPC

Si configura la VPC de manera que no disponga de acceso a Internet, los trabajos de transformación 
por lotes que usan esa VPC no disponen de acceso a los recursos fuera de la VPC. Si sus trabajo de 
transformación por lotes precisa de acceso a recursos fuera de la VPC, proporcione acceso con una 
de las siguientes opciones:

• Si su trabajo de transformación por lotes necesita acceso a un servicio de AWS que admita 
puntos de enlace de la VPC de interfaz, cree un punto de enlace que conectar a ese servicio. 
Para obtener una lista de servicios que admiten puntos de conexión de interfaz, consulte Puntos 
de conexión de VPC en la Guía del usuario de Amazon VPC. Para obtener información sobre la 
creación de un punto de enlace de VPC de interfaz, consulte Puntos de enlace de VPC de interfaz 
() en la Guía AWS PrivateLink del usuario de Amazon VPC.

• Si su trabajo de transformación por lotes necesita acceso a un servicio de AWS que no admite 
puntos de enlace de la VPC de interfaz o a un recurso fuera de AWS, cree una gateway NAT y 
configure sus grupos de seguridad para permitir conexiones salientes. Para obtener información 
sobre la configuración de una gateway NAT para su VPC, consulte Escenario 2: VPC con 
subredes públicas y privadas (NAT) en la Guía del usuario de Amazon Virtual Private Cloud.
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Ofrezca a Amazon SageMaker Clarify Jobs acceso a los recursos de su Amazon VPC

Para controlar el acceso a sus datos y a las SageMaker tareas de Clarify, le recomendamos que 
cree una Amazon VPC privada y la configure de manera que no se pueda acceder a sus trabajos a 
través de la Internet pública. Para obtener información sobre cómo crear y configurar una Amazon 
VPC para procesar trabajos, consulte Dar acceso a los trabajos de SageMaker procesamiento a los 
recursos de su Amazon VPC.

En este documento se explica cómo añadir configuraciones de Amazon VPC adicionales que 
cumplan los requisitos de los trabajos de SageMaker Clarify.

Temas

• Configurar un trabajo de SageMaker Clarify para el acceso a Amazon VPC

• Configure su Amazon VPC privada para SageMaker los trabajos de Clarify

Configurar un trabajo de SageMaker Clarify para el acceso a Amazon VPC

Debe especificar las subredes y los grupos de seguridad al configurar su Amazon VPC privada 
SageMaker para los trabajos de Clarify y permitir que el trabajo obtenga inferencias del modelo al 
calcular las métricas de SageMaker sesgo posteriores al entrenamiento y las contribuciones de 
funciones que ayudan a explicar las predicciones del modelo.

Temas

• SageMaker Clarifique las subredes y grupos de seguridad de Amazon VPC de Job

• Configurar un modelo para el acceso a Amazon VPC

SageMaker Clarifique las subredes y grupos de seguridad de Amazon VPC de Job

Las subredes y los grupos de seguridad de su Amazon VPC privada se pueden asignar a 
SageMaker un trabajo de Clarify de varias formas, en función de cómo se cree el trabajo.

• SageMaker consola: proporcione esta información al crear el trabajo en el SageMaker panel de 
control. En el menú Procesamiento, seleccione Trabajos de procesamiento y, a continuación, elija
Crear trabajo de procesamiento. Seleccione la opción VPC en el panel Red y proporcione las 
subredes y los grupos de seguridad mediante las listas desplegables. Asegúrese de que la opción 
de aislamiento de redes incluida en este panel esté desactivada.
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• SageMaker API: utilice el parámetro de NetworkConfig.VpcConfig solicitud de la
CreateProcessingJobAPI, como se muestra en el siguiente ejemplo:

"NetworkConfig": { 
    "VpcConfig": { 
        "Subnets": [ 
            "subnet-0123456789abcdef0", 
            "subnet-0123456789abcdef1", 
            "subnet-0123456789abcdef2" 
        ], 
        "SecurityGroupIds": [ 
            "sg-0123456789abcdef0" 
        ] 
    }
}

• SageMaker SDK de Python: utilice el NetworkConfig parámetro de la
SageMakerClarifyProcessorAPI o ProcessorAPI, como se muestra en el siguiente ejemplo:

from sagemaker.network import NetworkConfig
network_config = NetworkConfig( 
    subnets=[ 
        "subnet-0123456789abcdef0", 
        "subnet-0123456789abcdef1", 
        "subnet-0123456789abcdef2", 
    ], 
    security_group_ids=[ 
        "sg-0123456789abcdef0", 
    ],
)

SageMaker usa la información para crear interfaces de red y adjuntarlas al trabajo de SageMaker 
Clarify. Las interfaces de red proporcionan un trabajo SageMaker de Clarify con una conexión de 
red dentro de su Amazon VPC que no está conectada a la Internet pública. También permiten que el 
trabajo de SageMaker Clarify se conecte a los recursos de su Amazon VPC privada.
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Note

La opción de aislamiento de red del trabajo SageMaker de Clarify debe estar desactivada (de 
forma predeterminada, la opción está desactivada) para que el trabajo de SageMaker Clarify 
pueda comunicarse con el punto final oculto.

Configurar un modelo para el acceso a Amazon VPC

Para calcular las métricas de sesgo y la explicabilidad posteriores al entrenamiento, el trabajo 
de SageMaker Clarify necesita obtener inferencias del SageMaker modelo especificado por el
model_name parámetro de la configuración de análisis para el SageMaker trabajo de procesamiento 
de Clarify. Como alternativa, si utilizas la SageMakerClarifyProcessor API en el SDK de 
SageMaker Python, el trabajo debe obtener lo model_name especificado por la ModelConfigclase. 
Para ello, el trabajo SageMaker Clarify crea un punto final efímero con el modelo, conocido como
punto final oculto, y luego aplica la configuración de Amazon VPC del modelo al punto final oculto.

Para especificar subredes y grupos de seguridad en su Amazon VPC privada para SageMaker 
el modelo, utilice VpcConfig el parámetro de solicitud de CreateModella API o proporcione 
esta información cuando cree el modelo mediante el panel de control de SageMaker la consola. 
A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su llamada a
CreateModel:

"VpcConfig": { 
    "Subnets": [ 
        "subnet-0123456789abcdef0", 
        "subnet-0123456789abcdef1", 
        "subnet-0123456789abcdef2" 
    ], 
    "SecurityGroupIds": [ 
        "sg-0123456789abcdef0" 
    ]
}

Puede especificar el número de instancias del punto final oculto que se van a lanzar 
con el initial_instance_count parámetro de la configuración de análisis para 
el trabajo de procesamiento de SageMaker Clarify. Como alternativa, si utilizas la
SageMakerClarifyProcessor API en el SDK de SageMaker Python, el trabajo debe obtener lo
instance_count especificado por la ModelConfigclase.

Conceda SageMaker acceso a los recursos de su Amazon VPC 6355

https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-configure-processing-jobs.html#clarify-processing-job-configure-analysis
https://sagemaker.readthedocs.io/en/stable/api/training/processing.html?highlight=Processor#sagemaker.clarify.ModelConfig
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel
https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-configure-processing-jobs.html#clarify-processing-job-configure-analysis
https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-configure-processing-jobs.html#clarify-processing-job-configure-analysis
https://sagemaker.readthedocs.io/en/stable/api/training/processing.html?highlight=Processor#sagemaker.clarify.ModelConfig


Amazon SageMaker Guía para desarrolladores

Note

Aunque solo solicites una instancia al crear el punto final oculto, necesitarás al menos dos 
subredes del modelo ModelConfigen distintas zonas de disponibilidad. De lo contrario, la 
creación de punto de conexión de sobra produce el siguiente error:
ClientError: Error al alojar el punto final sagemaker-clarify-endpoint -XXX: error. Motivo: no se 
pueden localizar al menos 2 zonas de disponibilidad con el tipo de instancia solicitado YYY 
que se superpongan con SageMaker las subredes.

Si su modelo requiere archivos de modelo en Amazon S3, entonces el modelo de Amazon VPC debe 
tener un punto de conexión de VPC de Amazon S3. Para obtener más información sobre la creación 
y configuración de una Amazon VPC para SageMaker modelos, consulte. Ofrezca a los endpoints 
SageMaker alojados acceso a los recursos de su Amazon VPC

Configure su Amazon VPC privada para SageMaker los trabajos de Clarify

En general, puede seguir los pasos de Configurar su VPC privada para su SageMaker 
procesamiento para configurar su Amazon VPC privada para los trabajos de Clarify. SageMaker 
Estos son algunos aspectos destacados y requisitos especiales para los trabajos de SageMaker 
Clarify.

Temas

• Conexión a recursos fuera de su Amazon VPC

• Configurar el grupo de seguridad de su Amazon VPC

Conexión a recursos fuera de su Amazon VPC

Si configura su Amazon VPC para que no tenga acceso público a Internet, necesitará alguna 
configuración adicional para que SageMaker Clarify Jobs pueda acceder a recursos y servicios 
externos a su Amazon VPC. Por ejemplo, se necesita un punto de enlace de VPC de Amazon S3 
porque un trabajo SageMaker de Clarify necesita cargar un conjunto de datos desde un bucket de 
S3 y guardar los resultados del análisis en un bucket de S3. Para obtener más información, consulte
Crear un punto de conexión de VPC de Amazon S3 para obtener las pautas de creación. Además, 
si un trabajo SageMaker de Clarify necesita obtener conclusiones del punto final oculto, tendrá que 
llamar a varios servicios másAWS.
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• Cree un punto de enlace de VPC del servicio de SageMaker API de Amazon: el SageMaker 
trabajo de Clarify debe llamar al servicio de SageMaker API de Amazon para manipular el 
punto de enlace oculto o para describir un SageMaker modelo de validación de Amazon VPC. 
Puedes seguir las instrucciones que se proporcionan en el AWS PrivateLink blog Proteger 
todas las llamadas a las SageMaker API de Amazon con el fin de crear un punto de enlace de 
VPC de la SageMaker API de Amazon que permita al trabajo de SageMaker Clarify realizar las 
llamadas de servicio. Tenga en cuenta que el nombre del servicio SageMaker API de Amazon 
escom.amazonaws.region.sagemaker.api, mientras que region es el nombre de la región 
en la que reside su Amazon VPC.

• Cree un punto de enlace SageMaker de VPC de Amazon Runtime: el SageMaker trabajo 
de Clarify debe llamar al servicio Amazon SageMaker Runtime, que enruta las invocaciones 
al punto final oculto. Los pasos de configuración son similares a los del servicio Amazon 
SageMaker API. Tenga en cuenta que el nombre del servicio Amazon SageMaker Runtime 
escom.amazonaws.region.sagemaker.runtime, y region es el nombre de la región en la 
que reside su Amazon VPC.

Configurar el grupo de seguridad de su Amazon VPC

SageMaker Los trabajos de Clarify admiten el procesamiento distribuido cuando se especifican dos o 
más instancias de procesamiento de una de las siguientes maneras:

• SageMaker consola: el recuento de instancias se especifica en la parte de configuración de 
recursos del panel de configuración del trabajo de la página Crear trabajo de procesamiento.

• SageMaker API: InstanceCount se especifica al crear el trabajo con la
CreateProcessingJobAPI.

• SageMaker SDK de Python: instance_count se especifica cuando se utiliza la
SageMakerClarifyProcessorAPI o la API del procesador.

En el procesamiento distribuido, debe permitir la comunicación entre distintas instancias en el mismo 
trabajo de procesamiento. Para ello, configure una regla para el grupo de seguridad que permita 
conexiones entrantes entre miembros del mismo grupo de seguridad. Para obtener información, 
consulte Reglas del grupo de seguridad.
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Ofrezca a los trabajos de SageMaker compilación acceso a los recursos de su 
Amazon VPC

Note

Para los trabajos de compilación, puede configurar subredes solo con una VPC de tenencia 
predeterminada en la que la instancia se ejecuta en hardware compartido. Para obtener más 
información sobre los atributos de tenencia para VPC, consulte Instancias dedicadas.

Configurar un trabajo de compilación para el acceso a Amazon VPC

Para especificar subredes y grupos de seguridad en su VPC privada, utilice VpcConfig el 
parámetro de solicitud de CreateCompilationJobla API o proporcione esta información al 
crear un trabajo de compilación en SageMaker la consola. SageMaker Neo usa esta información 
para crear interfaces de red y adjuntarlas a tus trabajos de compilación. Las interfaces de red 
proporcionan trabajos de compilación con una conexión de red dentro de la VPC que no está 
conectada a Internet. También permiten a su trabajo de compilación conectarse a recursos en 
su VPC privada. A continuación se muestra un ejemplo del parámetro VpcConfig incluido en su 
llamada a CreateCompilationJob:

VpcConfig: {"Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
          ] 
        }

Configure su VPC privada para la compilación SageMaker

Al configurar la VPC privada para sus trabajos de SageMaker compilación, siga las instrucciones 
siguientes. Para obtener información sobre la configuración de una VPC, consulte Working with 
VPCs and Subnets en la Guía del usuario de Amazon VPC.

Temas

• Asegúrese de que las subredes disponen de suficientes direcciones IP
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• Crear un punto de conexión de VPC de Amazon S3

• Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

• Configurar tablas de ruteo

• Configurar el grupo de seguridad de la VPC

Asegúrese de que las subredes disponen de suficientes direcciones IP

Las subredes de VPC deben disponer de al menos dos direcciones IP privadas para cada instancia 
en un trabajo de compilación. Para obtener más información, consulte PC and Subnet Sizing for IPv4
en la Guía del usuario de Amazon VPC.

Crear un punto de conexión de VPC de Amazon S3

Si configura su VPC para bloquear el acceso a Internet, SageMaker Neo no podrá conectarse a los 
buckets de Amazon S3 que contienen sus modelos a menos que cree un punto de enlace de VPC 
que permita el acceso. Al crear un punto final de VPC, permite que sus trabajos de compilación de 
SageMaker Neo accedan a los depósitos en los que almacena sus datos y modela los artefactos. Le 
recomendamos que también cree una política personalizada que permita solo solicitudes de su VPC 
privada para obtener acceso a sus buckets de S3. Para obtener más información, consulte Puntos de 
enlace para Amazon S3.

Para crear un punto de enlace de la VPC de S3:

1. Abra la consola de Amazon VPC en https://console.aws.amazon.com/vpc/.

2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create 
Endpoint (Crear punto de enlace).

3. En Nombre del servicio, busque com.amazonaws.region.s3, donde region es el nombre de la 
región donde reside la VPC.

4. Elija el Tipo de puerta de enlace.

5. En VPC, elija la VPC que desea usar para este punto de conexión.

6. En Configurar tablas de enrutamiento, seleccione las tablas de enrutamiento que debe usar el 
punto de conexión. El servicio de VPC añadirá automáticamente una ruta a cada tabla de ruteo 
que seleccione que dirige cualquier tráfico de S3 al nuevo punto de enlace.

7. En Policy (Política), elija Full Access (Acceso completo) para permitir acceso completo al 
servicio de S3 a cualquier usuario o servicio dentro de la VPC. Elija Personalizado para restringir 
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el acceso más. Para obtener más información, consulte Utilizar una política de puntos de enlace 
personalizados para restringir el acceso a S3.

Utilizar una política de puntos de enlace personalizados para restringir el acceso a S3

La política de puntos de enlace predeterminada permite acceso completo a S3 a cualquier usuario 
o servicio de la VPC. Para restringir aún más el acceso a S3, cree una política de puntos de enlace 
personalizada. Para obtener más información, consulte Using Endpoint Policies for Amazon S3. 
También puede utilizar una política de bucket para restringir el acceso a los buckets de S3 a solo el 
tráfico que proceda de su Amazon VPC. Para obtener más información, consulte Using Amazon S3 
Bucket Policies. La siguiente es una política personalizada de ejemplo.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Deny", 
            "Principal": { 
                "AWS": "*" 
            }, 
            "Action": "s3:GetObject", 
            "Resource": [ 
                "arn:aws:s3:::your-sample-bucket", 
                "arn:aws:s3:::your-sample-bucket/*" 
            ], 
            "Condition": { 
                "StringNotEquals": { 
                    "aws:SourceVpce": [ 
                        "vpce-01234567890123456" 
                    ] 
                } 
            } 
        } 
    ]
}

Agregar permisos para la ejecución de un trabajo de compilación en una Amazon VPC a las políticas 
de IAM personalizadas

La política administrada SageMakerFullAccess incluye los permisos que necesita para usar 
modelos configurados para el acceso a Amazon VPC con un punto de conexión. Estos permisos 
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permiten a SageMaker Neo crear una interfaz de red elástica y adjuntarla a un trabajo de compilación 
que se ejecuta en una Amazon VPC. Si usa su propia política de IAM, debe agregar los siguientes 
permisos a esa política para usar modelos configurados para el acceso a Amazon VPC.

{"Version": "2012-10-17", 
    "Statement": [ 
        {"Effect": "Allow", 
            "Action": [ 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeVpcs", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:CreateNetworkInterface", 
                "ec2:ModifyNetworkInterfaceAttribute" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Para obtener más información sobre la política administrada SageMakerFullAccess, consulte
AWSpolítica gestionada: AmazonSageMakerFullAccess.

Configurar tablas de ruteo

Utilice la configuración de DNS predeterminada para su tabla de enrutamiento de punto de conexión, 
de manera que se resuelvan las URL de Amazon S3 estándar (por ejemplo, http://s3-aws-
region.amazonaws.com/MyBucket). Si no utiliza la configuración de DNS predeterminada, 
asegúrese de que las URL que utiliza especifiquen las ubicaciones de los datos en su resolución de 
trabajos de compilación mediante la configuración de tablas de enrutamiento de punto de conexión. 
Para obtener información sobre las tablas de enrutamiento de punto de conexión de VPC, consulte
Routing for Gateway Endpoints en la Guía del usuario de Amazon VPC.

Configurar el grupo de seguridad de la VPC

En su grupo de seguridad para el trabajo de compilación, debe permitir la comunicación saliente 
con los puntos de conexión de Amazon VPC de Amazon S3 y los rangos de CIDR de subred 
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utilizados para el trabajo de compilación. Para obtener más información, consulte Reglas del grupo 
de seguridad y Control access to services with Amazon VPC endpoints.

Conceder a los trabajos del recomendador de inferencias acceso a los recursos de su 
Amazon VPC

Note

El recomendador de inferencias requiere que registre su modelo en el registro de modelos. 
Tenga en cuenta que el registro de modelos no permite que los artefactos de su modelo o la 
imagen de Amazon ECR estén restringidos por VPC.
El recomendador de inferencias también exige que su objeto de Amazon S3 de carga 
de muestra no esté restringido por VPC. Se recomienda crear también una política 
personalizada que permita solo a las solicitudes de su VPC privada obtener acceso a sus 
buckets de S3.

Para especificar subredes y grupos de seguridad en su VPC privada, 
utilice RecommendationJobVpcConfig el parámetro de solicitud de
CreateInferenceRecommendationsJobla API o especifique las subredes y los grupos de seguridad al 
crear un trabajo de recomendación en la consola. SageMaker

El recomendador de inferencias utiliza esta información para crear puntos de conexión. Al 
aprovisionar puntos de conexión, SageMaker crea interfaces de red y las conecta a sus puntos de 
conexión. Las interfaces de red proporcionan a sus puntos de conexión una conexión de red a su 
VPC. A continuación se muestra un ejemplo del parámetro VpcConfig incluido en una llamada a
CreateInferenceRecommendationsJob:

VpcConfig: { 
      "Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
          ] 
       }
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Consulte los siguientes temas para obtener más información sobre cómo configurar su Amazon VPC 
para su uso con trabajos del recomendador de inferencias.

Temas

• Garantía de que las subredes disponen de direcciones IP suficientes

• Crear un punto de conexión de VPC de Amazon S3

• Agregar permisos para trabajos del recomendador de inferencias que se ejecutan en una Amazon 
VPC a las políticas de IAM personalizadas

• Configurar tablas de enrutamiento

• Configurar el grupo de seguridad de la VPC

Garantía de que las subredes disponen de direcciones IP suficientes

Las subredes de VPC deben disponer de al menos dos direcciones IP privadas para cada instancia 
en un trabajo del recomendador de inferencias. Para obtener más información sobre las subredes y 
las direcciones IP privadas, consulte Cómo funciona Amazon VPC en la Guía del usuario de Amazon 
VPC.

Crear un punto de conexión de VPC de Amazon S3

Si configura la VPC para bloquear el acceso a Internet, el recomendador de inferencias no se podrá 
conectar a los buckets de Amazon S3 que contienen sus modelos a no ser que cree un punto de 
conexión de VPC que permita el acceso. Al crear un punto final de VPC, permite que sus trabajos de 
recomendación de SageMaker inferencias accedan a los depósitos en los que almacena sus datos y 
modela los artefactos.

Para crear un punto de conexión de VPC de Amazon S3, utilice el siguiente procedimiento:

1. Abra la Consola de Amazon VPC.

2. En el panel de navegación, elija Endpoints (Puntos de enlace) y, a continuación, elija Create 
Endpoint (Crear punto de enlace).

3. En Nombre del servicio, busque, com.amazonaws.region.s3 donde region es el nombre de 
la región donde reside la VPC.

4. Elija el Tipo de puerta de enlace.

5. En VPC, elija la VPC que desea usar para este punto de conexión.
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6. En Configurar tablas de enrutamiento, seleccione las tablas de enrutamiento que debe usar 
el punto de conexión. El servicio de VPC agregará automáticamente una ruta a cada tabla de 
enrutamiento que seleccione que dirige el tráfico de Amazon S3 al nuevo punto de conexión.

7. En Política, elija Acceso completo para permitir acceso completo al servicio de Amazon S3 a 
cualquier usuario o servicio dentro de la VPC.

Agregar permisos para trabajos del recomendador de inferencias que se ejecutan en una Amazon 
VPC a las políticas de IAM personalizadas

La política administrada  AmazonSageMakerFullAccess incluye los permisos que necesita para 
usar modelos configurados para el acceso a Amazon VPC con un punto de conexión. Estos permisos 
permiten al recomendador de inferencias crear una interfaz de red elástica y asociarla al trabajo de 
recomendación de inferencias que se ejecuta en una Amazon VPC. Si usa su propia política de IAM, 
debe agregar los siguientes permisos a esa política para usar modelos configurados para el acceso a 
Amazon VPC.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        {"Effect": "Allow", 
            "Action": [ 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeVpcs", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:CreateNetworkInterface", 
                "ec2:ModifyNetworkInterfaceAttribute" 
            ], 
            "Resource": "*" 
        } 
    ]
}
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Configurar tablas de enrutamiento

Utilice la configuración de DNS predeterminada para su tabla de enrutamiento de punto de conexión, 
de manera que se resuelvan las URL de Amazon S3 estándar (por ejemplo, http://s3-aws-
region.amazonaws.com/MyBucket). Si no utiliza la configuración de DNS predeterminada, 
asegúrese de que las URL que utiliza especifiquen las ubicaciones de los datos en sus trabajos de 
recomendación de inferencias se resuelven mediante la configuración de tablas de enrutamiento de 
punto de conexión. Para obtener información sobre las tablas de enrutamiento de punto de conexión 
de VPC, consulte Routing gateway endpoints en la Guía del usuario de Amazon VPC.

Configurar el grupo de seguridad de la VPC

En su grupo de seguridad para el trabajo de recomendación de inferencias, debe permitir la 
comunicación saliente con los puntos de conexión de VPC de Amazon S3 y los rangos de CIDR de 
subred utilizados para el trabajo de recomendación de inferencias. Para obtener más información, 
consulte Reglas del grupo de seguridad y Control access to services with Amazon VPC endpoints en 
la Guía del usuario de Amazon VPC.
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Venta de algoritmos y paquetes en AWS Marketplace
Amazon SageMaker se integra con AWS Marketplace, lo que permite a los desarrolladores cobrar a 
otros usuarios de SageMaker por el uso de sus algoritmos y paquetes de modelos. AWS Marketplace 
es un catálogo digital organizado que facilita a los clientes la búsqueda, compra, implementación y 
administración de software y servicios de terceros que los clientes necesitan para crear soluciones 
y desarrollar sus actividades empresariales. AWS Marketplace contiene miles de listas de software 
en categorías populares como, por ejemplo, seguridad, redes, almacenamiento, machine learning, 
inteligencia empresarial, bases de datos y DevOps. Simplifica la adquisición y concesión de licencias 
de software con opciones de precios flexibles y numerosos métodos de implementación.

Para obtener información, consulte la documentación de AWS Marketplace.

Temas

• Algoritmos de SageMaker

• Paquetes de modelos de SageMaker

• Venta de algoritmos y paquetes de modelos de Amazon SageMaker

• Búsqueda y suscripción a algoritmos y paquetes de modelos en AWS Marketplace

• Utilizar recursos de paquetes de modelos y de algoritmos

Algoritmos de SageMaker
Un algoritmo le permite realizar un machine learning integral. Consta de dos componentes lógicos: 
el entrenamiento y la inferencia. Los compradores pueden utilizar el componente de entrenamiento 
para crear trabajos de entrenamiento en SageMaker y crear un modelo de machine learning. 
SageMaker guarda los artefactos del modelo generados por el algoritmo durante el entrenamiento en 
un bucket de Amazon S3. Para obtener más información, consulte Entrena a un modelo con Amazon 
SageMaker.

Los compradores utilizan el componente de inferencia con los artefactos del modelo generados 
durante un trabajo de entrenamiento para crear un modelo que puede implementarse en su cuenta 
de SageMaker. Pueden utilizar el modelo implementable para realizar una inferencia en tiempo 
real utilizando servicios de alojamiento de SageMaker. O bien pueden obtener inferencias para un 
conjunto de datos completo ejecutando trabajos de transformación por lotes. Para obtener más 
información, consulte Implementar un modelo en Amazon SageMaker.
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Paquetes de modelos de SageMaker

Los compradores utilizan un paquete de modelos para crear un modelo que puede implementarse 
en SageMaker. Pueden utilizar el modelo implementable para realizar una inferencia en tiempo 
real utilizando servicios de alojamiento de SageMaker. O bien pueden obtener inferencias para un 
conjunto de datos completo ejecutando trabajos de transformación por lotes. Para obtener más 
información, consulte Implementar un modelo en Amazon SageMaker. Como vendedor, puede 
crear sus artefactos de modelos mediante entrenamiento en SageMaker o puede usar sus propios 
artefactos de modelos a partir de un modelo que ha creado fuera de SageMaker. Puede cobrar a los 
compradores por la inferencia.

Use sus propios algoritmos y modelos con AWS Marketplace

En las siguientes secciones se muestra cómo crear recursos de paquetes de algoritmos y modelos 
que puede utilizar localmente y publicar en AWS Marketplace.

Temas

• Crear recursos de paquetes de modelos y de algoritmos

• Utilizar recursos de paquetes de modelos y de algoritmos

Crear recursos de paquetes de modelos y de algoritmos

Una vez que su código de inferencia o capacitación se suministra en los contenedores de Docker, 
cree recursos de paquetes de modelos y de algoritmos que pueda utilizar en su cuenta de Amazon 
SageMaker y, si lo desea, publíquelos en AWS Marketplace.

Temas

• Cree un recurso de algoritmos

• Cree un recurso de paquete de modelos

Cree un recurso de algoritmos

Para crear un recurso de algoritmos que pueda utilizar para ejecutar trabajos de entrenamiento en 
Amazon SageMaker y publicar en AWS Marketplace especifique la siguiente información:

• Los contenedores de Docker que contienen la capacitación y, opcionalmente, código de inferencia.
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• La configuración de los datos de entrada que su algoritmo espera para la capacitación.

• Los hiperparámetros admitidos por su algoritmo.

• Las métricas que envía su algoritmo a Amazon CloudWatch durante trabajos de entrenamiento.

• Los tipos de instancias que admite su algoritmo para la capacitación y la inferencia y si es 
compatible con la capacitación distribuida en varias instancias.

• Perfiles de validación, que son trabajos de entrenamiento que SageMaker utiliza para probar el 
código de entrenamiento del algoritmo y transformar por lotes trabajos que SageMaker ejecuta 
para probar el código de inferencia del algoritmo.

Para asegurarse de que los compradores y vendedores tengan la certeza de que los productos 
funcionan en SageMaker, exigimos que valide los algoritmos antes de incluirlos en AWS 
Marketplace. Puede incluir productos en AWS Marketplace solo si la validación se realiza 
correctamente. Para validar los algoritmos, SageMaker utiliza su perfil de validación y datos de 
muestra para ejecutar las siguientes tareas de validación:

1. Cree un trabajo de entrenamiento en su cuenta para comprobar que su imagen de 
entrenamiento funciona con SageMaker.

2. Si incluyó código de inferencia en su algoritmo, cree un modelo en su cuenta con la imagen de 
la inferencia del algoritmo y los artefactos del modelo producidos por el trabajo de capacitación.

3. Si incluyó código de inferencia en su algoritmo, cree un trabajo de transformación en su cuenta 
con el modelo para comprobar que su imagen de inferencia funciona con SageMaker.

Cuando incluye su producto en AWS Marketplace, las entradas y salidas de este proceso de 
validación persisten como parte de su producto y se ponen a disposición de sus compradores. 
Esto ayuda a los compradores a comprender y evaluar el producto antes de comprarlo. Por 
ejemplo, los compradores pueden inspeccionar los datos de entrada que utilizó, las salidas 
generadas y los registros y las métricas emitidas por el código. Cuanto más amplia sea la 
especificación de validación, más fácil será para los clientes evaluar su producto.

Note

En su perfil de validación, proporcione solo los datos que desea exponer públicamente.

La validación puede tardar varias horas. Para ver el estado de los trabajos en su cuenta, en 
la consola de SageMaker, consulte las páginas Training jobs (Trabajos de entrenamiento) y
Transform jobs (Trabajos de transformación). Si la validación genera un error, es posible acceder 
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a los informes de análisis y de validación desde la consola de SageMaker. Si se encuentra algún 
problema, tendrá que volver a crear el algoritmo.

Note

Para publicar su algoritmo en AWS Marketplace, se necesita al menos un perfil de 
validación.

Puede crear un algoritmo utilizando la consola de SageMaker o la API de SageMaker.

Temas

• Crear un recurso de algoritmos (consola)

• Cree un recurso de algoritmos (API)

Crear un recurso de algoritmos (consola)

Para crear recurso de algoritmos (consola)

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el menú de la izquierda, seleccione Training (Entrenamiento).

3. En el menú desplegable, seleccione Algorithms (Algoritmos) y, a continuación, seleccione Create 
algorithm (Crear algoritmo).

4. En la página Training specifications (Especificaciones de entrenamiento) proporcione la 
siguiente información:

a. En Algorithm name (Nombre de algoritmo), escriba un nombre para su algoritmo. El nombre 
del algoritmo debe ser único en la cuenta y la región de AWS. El nombre tiene que tener 
entre 1 y 64 caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y - (guion).

b. Escriba una descripción del algoritmo. Esta descripción aparece en la consola de 
SageMaker y en AWS Marketplace.

c. En Training imange (Imagen de entrenamiento), escriba la ruta en Amazon ECR donde está 
almacenado el contenedor de entrenamiento.

d. En Support distributed training (Compatible con capacitación distribuida), elija Yes (Sí) si su 
algoritmo admite la capacitación en varias instancias. En caso contrario, elija No.
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e. Para Support instance types for training (Compatible con tipos de instancias para 
capacitación), elija los tipos de instancias compatibles con su algoritmo.

f. Para Channel specification (Especificación de canal), especifique hasta 8 canales de 
datos de entrada para su algoritmo. Por ejemplo, puede especificar 3 canales de entrada 
denominados train, validation y test. Especifique la siguiente información para cada 
canal:

i. En Channel name (Nombre del canal), escriba un nombre para el canal. El nombre 
tiene que tener entre 1 y 64 caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y - 
(guion).

ii. Para exigir el canal para su algoritmo, elija Channel required (El canal es obligatorio).

iii. Escriba una descripción para el canal.

iv. Para Supported input modes (Modos de entrada compatibles), elija Pipe mode (Modo 
de canalización) si el algoritmo es compatible con el streaming de datos de entrada y
File mode (Modo de archivo) si su algoritmo permite descargar los datos de entrada 
como un archivo. Puede elegir ambos.

v. Para Supported content types (Tipos de contenido compatibles), escriba el tipo MIME 
que su algoritmo espera para datos de entrada.

vi. Para Supported compression type (Tipo de compresión compatible), elija Gzip si su 
algoritmo admite compresión Gzip. En caso contrario, elija None (Ninguno).

vii. Seleccione Add channel (Añadir canal) para añadir otro canal de entrada de datos o 
seleccione Next (Siguiente) si ha terminado de añadir canales.

5. En la página Tuning specifications (Especificaciones de ajuste) proporcione la siguiente 
información:

a. Para Hyperparameter specification (Especificación de hiperparámetros), especifique 
los hiperparámetros compatibles con su algoritmo editando el objeto JSON. Para cada 
hiperparámetro compatible con su algoritmo, construya un bloque JSON similar al siguiente:

{
"DefaultValue": "5",
"Description": "The first hyperparameter",
"IsRequired": true,
"IsTunable": false,
"Name": "intRange",
"Range": {
"IntegerParameterRangeSpecification": {
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"MaxValue": "10",
"MinValue": "1"
},
"Type": "Integer"
}

En el archivo JSON; escriba lo siguiente:

i. En DefaultValue, especifique un valor predeterminado para el hiperparámetro, si 
existe.

ii. En Description, especifique una descripción para el hiperparámetro.

iii. En IsRequired, especifique si el hiperparámetro es obligatorio.

iv. En IsTunable, especifique true si este hiperparámetro se puede ajustar cuando un 
usuario ejecuta un trabajo de ajuste de hiperparámetros que usa este algoritmo. Para 
obtener información, consulte Realice el ajuste automático del modelo con SageMaker.

v. En Name, especifique un nombre para el hiperparámetro.

vi. Para Range, especifique uno de los siguientes valores:

• IntegerParameterRangeSpecification: valores de los hiperparámetros son 
números enteros. Especifique los valores mínimo y máximo para el hiperparámetro.

•

• ContinuousParameterRangeSpecification: los valores de los 
hiperparámetros son valores de punto flotante. Especifique los valores mínimo y 
máximo para el hiperparámetro.

• CategoricalParameterRangeSpecification: los valores de los 
hiperparámetros son valores categóricos. Especifique una lista de todos los valores 
posibles.

vii. En Type, especifique Integer, Continuous o Categorical. El valor debe coincidir 
con el tipo de Range que ha especificado.

b. Para Metric definitions (Definiciones de métricas), especifique las métricas de entrenamiento 
que desee que emita su algoritmo. Sagemaker utiliza la expresión regular que usted 
especifique para buscar las métricas analizando los registros de su contenedor de 
entrenamiento durante el entrenamiento. Los usuarios pueden ver estas métricas 
cuando se ejecutan trabajos de entrenamiento con el algoritmo y pueden monitorizar y 
representar en un gráfico las métricas en Amazon CloudWatch. Para obtener información, 

Crear recursos de paquetes de modelos y de algoritmos 6371



Amazon SageMaker Guía para desarrolladores

consulte Supervisa y analiza los trabajos de formación con Amazon CloudWatch Metrics. 
Proporcione la siguiente información para cada métrica:

i. En Metric name (Nombre de la métrica), escriba un nombre para la métrica.

ii. Para Regex, escriba la expresión regular que SageMaker utiliza para analizar los 
registros de entrenamiento para que pueda encontrar el valor de la métrica.

iii. Para Objective metric support (Soporte de métricas objetivas) elija Yes (Sí) si esta 
métrica se puede utilizar como la métrica objetiva para un trabajo de ajuste de 
hiperparámetros. Para obtener información, consulte Realice el ajuste automático del 
modelo con SageMaker.

iv. Seleccione Add metric (Añadir métrica) para añadir otra métrica o seleccione Next 
(Siguiente) si ha terminado de añadir métricas.

6. En la página Inference specifications (Especificaciones de inferencia), proporcione la siguiente 
información si su algoritmo es compatible con la inferencia:

a. En Location of inference image (Ubicación de la imagen de inferencia), escriba la ruta en 
Amazon ECR donde está almacenado el contenedor de inferencias.

b. En Container DNS host name (Nombre de host de DNS del contenedor), escriba el nombre 
de un host de DNS para la imagen.

c. En Supported instance types for real-time inference (Tipos de instancia admitidos para 
inferencias en tiempo real), seleccione los tipos de instancias compatibles con su algoritmo 
para modelos implementados como puntos de conexión alojados en SageMaker. Para 
obtener información, consulte Implementar modelos para inferencia.

d. Para Supported instance types for batch transform jobs (Tipos de instancia admitidos para 
trabajos de transformación por lotes), seleccione los tipos de instancias que su algoritmo 
admite para trabajos de transformación por lotes. Para obtener información, consulte Utilice 
la transformación por lotes.

e. Para Supported content types (Tipos de contenido compatibles), escriba el tipo de datos de 
entrada que su algoritmo espera para solicitudes de inferencia.

f. Para Supported response MIME types (Tipos MIME de respuestas admitidos), escriba los 
tipos de algoritmo que su algoritmo admite para respuestas de inferencia.

g. Elija Next (Siguiente).

7. En la página Validation specifications (Especificaciones de validación) proporcione la siguiente 
información:
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a. Para Publish this algorithm on (Publicar este algoritmo en AWS Marketplace), haga clic en
Yes (Sí) para publicar el algoritmo en AWS Marketplace.

b. Para Validate this resource (Validar este recurso), seleccione Yes (Sí) si desea que 
SageMaker ejecute trabajos de entrenamiento o trabajos de transformación por lotes que 
especifique para probar la entrenamiento y/o código de inferencia de su algoritmo.

Note

Para publicar su algoritmo en AWS Marketplace, deberá validarse su algoritmo.

c. Para IAM role (Rol de IAM), elija un rol de IAM que cuente con los permisos necesarios para 
ejecutar trabajos de entrenamiento y trabajos de transformación por lotes en o elija Create 
a new role (Crear un rol nuevo) para permitir que SageMaker cree un rol que tenga la 
política administrada AmazonSageMakerFullAccess asociada. Para obtener información, 
consulte SageMaker Funciones.

d. Para Validation profile (Perfil de validación), especifique lo siguiente:

• Un nombre para el perfil de validación.

• Una definición de trabajo de capacitación. Se trata de un bloque JSON que describe 
un trabajo de capacitación. Se trata del mismo formato que el parámetro de entrada
TrainingJobDefinition de la API CreateAlgorithm.

• Una definición de trabajo de transformación. Se trata de un bloque JSON que describe 
un trabajo de transformación por lotes. Se trata del mismo formato que el parámetro de 
entrada TransformJobDefinition de la API CreateAlgorithm.

e. Elija Create algorithm (Crear algoritmo).

Cree un recurso de algoritmos (API)

Para crear un recurso de algoritmo mediante la API de SageMaker, llame a la API
CreateAlgorithm.

Cree un recurso de paquete de modelos

Para crear un recurso de paquete de modelos que pueda utilizar para crear modelos que puedan 
implementarse en Amazon SageMaker y publicarse en AWS Marketplace especifique la siguiente 
información:
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• El contenedor de Docker que contiene el código de inferencia o el recurso de algoritmo que se 
utilizó para la capacitación del modelo.

• La ubicación de los artefactos del modelo. Los artefactos de modelos pueden empaquetarse en el 
mismo contenedor de Docker como el código de inferencia o almacenarse en Amazon S3.

• Los tipos de instancias que su paquete de modelos admite tanto para la inferencia en tiempo real 
como para trabajos de transformación por lotes.

• Perfiles de validación, que son trabajos de transformación por lotes que SageMaker ejecuta para 
probar el código de inferencia del paquete de modelos.

Antes de incluir paquetes de modelos en AWS Marketplace, debe validarlos. De este modo, se 
garantiza que los compradores y vendedores tengan la certeza de que los productos funcionan en 
Amazon SageMaker. Puede incluir productos en AWS Marketplace solo si la validación se realiza 
correctamente.

El procedimiento de validación utiliza su perfil de validación y datos de muestra para ejecutar las 
siguientes tareas de validación:

1. Crear un modelo en su cuenta con la imagen de inferencia del paquete del modelo y los 
artefactos del modelo opcional almacenados en Amazon S3.

Note

Un paquete de modelos es específico de la región en la que se crea. El bucket de S3 
donde se almacenan los artefactos del modelo debe estar en la misma región en la que 
creó el paquete de modelos.

2. Crear un trabajo de transformación en su cuenta con el modelo para comprobar que su imagen 
de inferencia funciona con SageMaker.

3. Crear un perfil de validación.

Note

En su perfil de validación, proporcione solo los datos que desea exponer públicamente.

La validación puede tardar varias horas. Para ver el estado de los trabajos en su cuenta, en 
la consola de SageMaker, consulte las páginas Trabajos de transformación. Si la validación 
genera un error, es posible acceder a los informes de análisis y de validación desde la consola 
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de SageMaker. Después de corregir los problemas, vuelva a crear el algoritmo. Cuando el estado 
del algoritmo sea COMPLETED, búsquelo en la consola de SageMaker e inicie el proceso de 
publicación

Note

Para publicar su paquete de modelos en AWS Marketplace, se necesita al menos un perfil 
de validación.

Para crear un paquete de modelos puede utilizar la consola de SageMaker o utilizar la API de 
SageMaker.

Temas

• Cree un recurso de paquete de modelos (consola)

• Cree un recurso de paquete de modelos (API)

Cree un recurso de paquete de modelos (consola)

Para crear un paquete de modelos en la consola de SageMaker:

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. En el menú de la izquierda, seleccione Inference (Inferencia).

3. Elija Marketplace model packages (Paquetes de modelos de mercado), a continuación, 
seleccione Create marketplace model package (Creat paquete de modelo de mercado).

4. En la página Inference specifications (Especificaciones de inferencia) proporcione la siguiente 
información:

a. En Model package name (Nombre del paquete de modelos), escriba un nombre para el 
paquete. El paquete de modelos debe ser único en la cuenta y la región de AWS. El nombre 
tiene que tener entre 1 y 64 caracteres. Los caracteres válidos son a-z, A-Z, 0-9 y - (guion).

b. Escriba una descripción del paquete de modelos. Esta descripción aparece en la consola de 
SageMaker y en AWS Marketplace.

c. Para Inference specification options (Opciones de especificación de inferencia), elija Provide 
the location of the inference image and model artifact (Proporcionar la ubicación de la 
imagen de inferencia y de los artefactos del modelo) para crear un paquete de modelos con 
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un contenedor de inferencia y artefactos del modelo. Elija Provide the algorithm used for 
training and its model artifacts (Proporcione el algoritmo utilizado para la capacitación y sus 
artefactos del modelo) para crear un paquete de modelos a partir de un recurso de algoritmo 
que ha creado o al que se ha suscrito desde AWS Marketplace.

d. Si ha elegido Provide the location of the inference image and model artifacts (Proporcione 
la ubicación de la imagen de inferencia y los artefactos del modelo) para Inference 
specification options (Opciones de especificaciones de inferencia), proporcione la siguiente 
información para Container definition (Definición de contenedor) y Supported resources 
(Recursos compatibles):

i. Para Location of inference image (Ubicación de imagen de inferencia), escriba la ruta 
de la imagen que contiene el código de inferencia. La imagen se debe almacenar como 
un contenedor de Docker en Amazon ECR.

ii. Para Location of model data artifacts (Ubicación de artefactos de datos de modelo), 
escriba la ubicación en S3 donde se almacenan los artefactos de su modelo.

iii. En Container DNS host name (Nombre de host de DNS del contenedor), escriba el 
nombre de un host de DNS para su contenedor.

iv. En Supported instance types for real-time inference (Tipos de instancia admitidos 
para inferencias en tiempo real), seleccione los tipos de instancias compatibles con su 
paquete de modelos para inferencia en tiempo real desde puntos de enlace alojados en 
SageMaker.

v. Para Supported instance types for batch transform jobs (Tipos de instancia admitidos 
para trabajos de transformación por lotes), seleccione los tipos de instancias que su 
paquete de modelos admite para trabajos de transformación por lotes.

vi. Para Supported content types (Tipos de contenido compatibles), escriba el tipo de 
contenido que su paquete de modelos espera para solicitudes de inferencia.

vii. Para Supported response MIME types (Tipos MIME de respuestas admitidos), escriba 
los tipos MIME que su paquete de modelos utiliza para proporcionar inferencias.

e. Si ha elegido Provide the algorithm used for training and its model artifacts (Proporcione 
el algoritmo utilizado para la capacitación y sus artefactos del modelo) para Inference 
specification options (Opciones de especificaciones de inferencia), proporcione la siguiente 
información:

i. Para Algorithm ARN (ARN de algoritmo), escriba el Nombre de recurso de Amazon 
(ARN) del recurso del algoritmo que debe usar para crear el paquete del modelo.
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ii. Para Location of model data artifacts (Ubicación de artefactos de datos de modelo), 
escriba la ubicación en S3 donde se almacenan los artefactos de su modelo.

f. Elija Next (Siguiente).

5. En la página Validation and scanning (Validación y escaneado) proporcione la siguiente 
información:

a. Para Publish this model package on AWS Marketplace(Publicar este paquete de modelos 
en ), elija Yes (Sí) para publicar el paquete de modelos en AWS Marketplace.

b. Para Validate this model package (Validar este paquete de modelos), elija Yes (Sí) si desea 
que SageMaker ejecute trabajos de entrenamiento que especifique para probar el código de 
inferencia de su paquete de modelo.

Note

Para publicar el paquete de modelos en AWS Marketplace, el paquete de modelos 
tiene que haberse validado.

c. Para IAM role (Rol de IAM), elija un rol de IAM que cuente con los permisos necesarios 
para ejecutar trabajos de transformación por lotes en o elija Create a new role (Crear un 
rol nuevo) para permitir que SageMaker cree un rol que tenga la política administrada
AmazonSageMakerFullAccess asociada. Para obtener información, consulte SageMaker 
Funciones.

d. Para Validation profile (Perfil de validación), especifique lo siguiente:

• Un nombre para el perfil de validación.

• Una definición de trabajo de transformación. Se trata de un bloque JSON que describe 
un trabajo de transformación por lotes. Se trata del mismo formato que el parámetro de 
entrada TransformJobDefinition de la API CreateAlgorithm.

6. Seleccione Create marketplace model package (Crear paquete modelo de mercado).

Cree un recurso de paquete de modelos (API)

Para crear un paquete de modelos mediante la API de SageMaker, llame a la API
CreateModelPackage.
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Utilizar recursos de paquetes de modelos y de algoritmos

Puede crear algoritmos y paquetes de modelos como recursos en su cuenta de Amazon SageMaker 
y puede encontrar y suscribirse a algoritmos y paquetes de modelos en AWS Marketplace.

Utilice algoritmos para:

• Ejecutar trabajos de capacitación. Para obtener información, consulte Utilice un algoritmo para 
ejecutar un trabajo de capacitación.

• Ejecutar trabajos de ajuste de hiperparámetros. Para obtener información, consulte Utilice un 
algoritmo para ejecutar un trabajo de ajuste de hiperparámetros.

• Crear paquete de modelos. Después de utilizar un recurso de algoritmos para ejecutar un trabajo 
de capacitación o un ajuste de hiperparámetros, utilizar los artefactos de modelos producidos por 
estos trabajos junto con el algoritmo para crear un paquete de modelos. Para obtener información, 
consulte Cree un recurso de paquete de modelos.

Note

Si se suscribe a un algoritmo en AWS Marketplace, debe crear un paquete de modelos 
antes de poder utilizarlo para obtener inferencias mediante la creación de un punto de 
conexión alojado o la ejecución de un trabajo de transformación por lotes.
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Utilice paquetes de modelos para:

• Crear modelos que pueda utilizar para obtener inferencia en tiempo real o ejecutar trabajo de 
transformación por lotes. Para obtener información, consulte Utilice un paquete de modelos para 
crear un modelo.

• Crear puntos de enlace alojados para obtener inferencia en tiempo real. Para obtener información, 
consulte Implemente el modelo en los servicios de SageMaker alojamiento.

• Cree trabajos de transformación por lotes. Para obtener información, consulte (Opcional) 
Predicciones con la transformación por lotes.

Temas

• Utilice un algoritmo para ejecutar un trabajo de capacitación

• Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros

• Utilice un paquete de modelos para crear un modelo
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Utilice un algoritmo para ejecutar un trabajo de capacitación

Puede utilizar un recurso de algoritmo para crear un trabajo de entrenamiento utilizando la consola 
de Amazon SageMaker, la API de de bajo nivel de Amazon SageMakero el Amazon SageMaker 
Python SDK.

Temas

• Utilice un algoritmo para ejecutar un trabajo de capacitación (consola)

• Utilice un algoritmo para ejecutar un trabajo de capacitación (API)

• Utilizar un algoritmo para ejecutar un trabajo de entrenamiento (Amazon SageMaker Python SDK)

Utilice un algoritmo para ejecutar un trabajo de capacitación (consola)

Para utilizar un algoritmo para ejecutar un trabajo de capacitación (consola)

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Elija Algorithms (Algoritmos).

3. Elija un algoritmo de los que creado de la lista en la pestaña My algorithms (Mis algoritmos)
o elija un algoritmo al que se suscribió en la pestaña  subscriptions (Suscripciones de AWS 
Marketplace ).

4. Elija Create training job (Crear trabajo de capacitación).

El algoritmo que eligió se seleccionará automáticamente.

5. En la página Create training job (Crear trabajo de entrenamiento) proporcione la siguiente 
información:

a. En Job name (Nombre del trabajo), escriba un nombre para el trabajo de capacitación.

b. Para IAM role (Rol de IAM), elija un rol de IAM que cuente con los permisos necesarios 
para ejecutar trabajos de entrenamiento en SageMaker o elija Create a new role 
(Crear un rol nuevo) para permitir que cree un rol que tenga la política administrada
AmazonSageMakerFullAccess asociada. Para obtener información, consulte SageMaker 
Funciones.

c. Para Resource configuration (Configuración de recursos) proporcione la siguiente:

i. En Instance type (Tipo de instancia), elija el tipo de instancia que va a utilizar para la 
capacitación.
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ii. En Instance count (Recuento de instancias), escriba el número de instancias de ML que 
desea utilizar para el trabajo de capacitación.

iii. En Additional volume per instance (GB) (Volumen adicional por instancia [GB]), 
escriba el tamaño del volumen de almacenamiento de ML que desea aprovisionar. Los 
volúmenes de almacenamiento de ML almacenan artefactos de modelos y estados 
incrementales.

iv. En Encryption key (Clave de cifrado), si quiere que Amazon SageMaker utilice una 
clave de AWS Key Management Service para cifrar los datos en el volumen de 
almacenamiento de machine learning asociado a la instancia de entrenamiento, 
especifique la clave.

v. Para Stopping condition (Condición de detención), especifique la cantidad máxima de 
tiempo en segundos, minutos, horas o días durante el cual desea que se ejecute el 
trabajo de capacitación.

d. En VPC, elija una VPC de Amazon a la que quiera que acceda su contenedor de 
entrenamiento. Para obtener más información, consulte Ofrezca a los trabajos de 
SageMaker formación acceso a los recursos de su Amazon VPC.

e. En Hyperparameters (Hiperparámetros), especifique los valores de los hiperparámetros que 
se van a utilizar para el trabajo de capacitación.

f. Para Input data configuration (Configuración de datos de entrada), especifique los 
siguientes valores para cada canal de datos de entrada que se va a utilizar para el trabajo 
de capacitación. Puede ver qué canales admite el algoritmo que está utilizando para la 
asistencia de entrenamiento y el tipo de contenido, el tipo de compresión admitido y modos 
de entrada admitidos para cada canal bajo la sección Channel specification (Especificación 
de canal) de la página Algorithm summary (Resumen del algoritmo) para el algoritmo.

i. En Channel name (Nombre del canal), escriba el nombre del canal de entrada.

ii. En Content type (Tipo de contenido), escriba el tipo de contenido de los datos que el 
algoritmo espera para el canal.

iii. Para Compression type (Tipo de compresión), elija el tipo de compresión de datos que 
se va a utilizar, si procede.

iv. Para Record wrapper (Contenedor de registros), elija RecordIO si el algoritmo espera 
los datos en el formato RecordIO.

v. Para S3 data type (Tipo de datos de S3), S3 data distribution type (Tipo de distribución 
de datos de S3) y S3 location (Ubicación de S3), especifique los valores adecuados. 
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Para obtener más información acerca del significado de estos valores, consulte
S3DataSource.

vi. En Input mode (Modo de entrada), seleccione File (Archivo) para descargar los datos 
desde el volumen de almacenamiento de machine learning provisionado y montar el 
directorio en un volumen de Docker. Elija Pipe (Canalización) para transmitir los datos 
directamente desde Amazon S3 al contenedor.

vii. Para añadir otro canal de entrada, elija Add canal (Añadir canal). Si ha terminado de 
añadir canales de entrada, elija Done (Listo).

g. En Output location (Ubicación de salida), especifique los siguientes valores:

i. Para S3 output path (Ruta de salida de S3), elija la ubicación de S3 donde el trabajo de 
capacitación almacena la salida, como por ejemplo, artefactos de modelo.

Note

Usted utiliza los artefactos de modelos almacenados en esta ubicación para 
crear un modelo o paquete de modelos de este trabajo de capacitación.

ii. En Encryption key (Clave de cifrado), si desea que SageMaker utilice una clave AWS 
KMS para cifrar datos de salida en reposo en la ubicación de S3.

h. En Tags (Etiquetas), especifique una o varias etiquetas para administrar el trabajo de 
capacitación. Cada etiqueta consta de una clave y un valor opcional. Las claves de las 
etiquetas deben ser únicas para cada recurso.

i. Seleccione Create training job (Crear trabajo de capacitación) para ejecutar el trabajo de 
capacitación.

Utilice un algoritmo para ejecutar un trabajo de capacitación (API)

Para utilizar un algoritmo para ejecutar un trabajo de entrenamiento mediante la API de SageMaker, 
especifique el nombre o el nombre de recurso de Amazon (ARN) como el campo AlgorithmName
del objeto AlgorithmSpecification que transfiera a CreateTrainingJob. Para obtener más 
información acerca de modelos de entrenamiento en SageMaker, consulte Entrena a un modelo con 
Amazon SageMaker.
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Utilizar un algoritmo para ejecutar un trabajo de entrenamiento (Amazon SageMaker Python SDK)

Utilice un algoritmo que ha creado o al que se ha suscrito en AWS Marketplace para crear un 
trabajo de capacitación, crear un objeto AlgorithmEstimator y especificar el Nombre de recurso 
de Amazon (ARN) o el nombre del algoritmo como el valor del argumento algorithm_arn. A 
continuación, llame al método fit del estimador. Por ejemplo:

from sagemaker import AlgorithmEstimator
data_path = os.path.join(DATA_DIR, 'marketplace', 'training')

algo = AlgorithmEstimator(
algorithm_arn='arn:aws:sagemaker:us-east-2:012345678901:algorithm/my-algorithm', 
        role='SageMakerRole', 
        instance_count=1, 
        instance_type='ml.c4.xlarge', 
        sagemaker_session=sagemaker_session, 
        base_job_name='test-marketplace')

train_input = algo.sagemaker_session.upload_data(
path=data_path, key_prefix='integ-test-data/marketplace/train')

algo.fit({'training': train_input})

Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros

Un trabajo de ajuste de hiperparámetros encuentra la mejor versión de un modelo ejecutando 
muchos trabajos de capacitación en su conjunto de datos utilizando el algoritmos y los rangos de 
hiperparámetros que usted especifique. A continuación, elige los valores de hiperparámetros que 
dan lugar a un modelo con el mejor rendimiento medido por una métrica de su elección. Para obtener 
más información, consulte Realice el ajuste automático del modelo con SageMaker.

Puede utilizar un recurso de algoritmo para crear un trabajo de ajuste de hiperparámetros a través 
de la consola de Amazon SageMaker, la API de de bajo nivel de Amazon SageMakero el Amazon 
SageMaker Python SDK.

Temas

• Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (consola)

• Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (API)

• Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (Amazon SageMaker 
Python SDK)
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Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (consola)

Para utilizar un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (consola)

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Elija Algorithms (Algoritmos).

3. Elija un algoritmo de los que creado de la lista en la pestaña My algorithms (Mis algoritmos)
o elija un algoritmo al que se suscribió en la pestaña  subscriptions (Suscripciones de AWS 
Marketplace ).

4. Elija Create hyperparameter tuning job (Crear trabajo de ajuste de hiperparámetros)

El algoritmo que eligió se seleccionará automáticamente.

5. En la página Create hyperparameter tuning job (Crear trabajo de ajuste de hiperparámetros)
proporcione la siguiente información:

a. En Warm start (Inicio en caliente), elija Enable warm start (Habilitar inicio en caliente) para 
utilizar la información de trabajos de ajuste de hiperparámetros anteriores como punto de 
partida para este trabajo de ajuste de hiperparámetros. Para obtener más información, 
consulte Ejecución de un trabajo de ajuste de hiperparámetros de inicio en caliente.

i. Elija Identical data and algorithm (Datos idénticos y algoritmo) si los datos de entrada 
se corresponden con los datos de entrada de los trabajos principales de este trabajo de 
ajuste de hiperparámetros o elija Transfer learning (Transferir aprendizaje) para utilizar 
datos de entrada adicional o diferente para este trabajo de ajuste de hiperparámetros.

ii. Para Parent hyperparameter tuning job(s) (Trabajo(s) principal(es) de ajuste de 
hiperparámetros), elija hasta 5 trabajos de ajuste de hiperparámetros para utilizarlos 
como principales de este trabajo de ajuste de hiperparámetros.

b. En Hyperparameter tuning job name (Nombre del trabajo de ajuste de hiperparámetros), 
escriba un nombre para el trabajo de ajuste.

c. Para IAM role (Rol de IAM), elija un rol de IAM que cuente con los permisos necesarios 
para ejecutar trabajos de ajuste de hiperparámetros en o elija Create a new role (Crear 
un rol nuevo) para permitir que SageMaker cree un rol que tenga la política administrada
AmazonSageMakerFullAccess asociada. Para obtener información, consulte SageMaker 
Funciones.

d. En VPC, elija una VPC de Amazon a la que quiera que accedan los trabajos de 
entrenamiento iniciados por el trabajo de ajuste. Para obtener más información, consulte
Ofrezca a los trabajos de SageMaker formación acceso a los recursos de su Amazon VPC.
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e. Elija Next (Siguiente).

f. Para Objective metric (Métrica objetiva), elija la métrica que el trabajo ajuste de 
hiperparámetros utiliza para determinar la mejor combinación de hiperparámetros y, 
a continuación, elija si desea minimizar o maximizar esta métrica. Para obtener más 
información, consulte Visualización del mejor trabajo de entrenamiento.

g. Para Hyperparameter configuration (Configuración de hiperparámetros), elija rangos para 
los hiperparámetros ajustables que quiere que el trabajo de ajuste busque y establezca 
valores estáticos para los hiperparámetros que quiere que permanezcan constantes en 
todos los trabajos de capacitación lanzados por el trabajo de ajuste de hiperparámetros. 
Para obtener más información, consulte Definición de intervalos de hiperparámetros.

h. Elija Next (Siguiente).

i. Para Input data configuration (Configuración de datos de entrada), especifique los 
siguientes valores para cada canal de datos de entrada que se va a utilizar para el 
trabajo de ajuste de hiperparámetros. Puede ver qué canales admite el algoritmo que 
está utilizando para el ajuste de hiperparámetros y el tipo de contenido, el tipo de 
compresión admitido y modos de entrada admitidos para cada canal bajo la sección
Channel specification (Especificación de canal) de la página Algorithm summary (Resumen 
del algoritmo) para el algoritmo.

i. En Channel name (Nombre del canal), escriba el nombre del canal de entrada.

ii. En Content type (Tipo de contenido), escriba el tipo de contenido de los datos que el 
algoritmo espera para el canal.

iii. Para Compression type (Tipo de compresión), elija el tipo de compresión de datos que 
se va a utilizar, si procede.

iv. Para Record wrapper (Contenedor de registros), elija RecordIO si el algoritmo espera 
los datos en el formato RecordIO.

v. Para S3 data type (Tipo de datos de S3), S3 data distribution type (Tipo de distribución 
de datos de S3) y S3 location (Ubicación de S3), especifique los valores adecuados. 
Para obtener más información acerca del significado de estos valores, consulte
S3DataSource.

vi. En Input mode (Modo de entrada), seleccione File (Archivo) para descargar los datos 
desde el volumen de almacenamiento de machine learning provisionado y montar el 
directorio en un volumen de Docker. Elija Pipe (Canalización) para transmitir los datos 
directamente desde Amazon S3 al contenedor.
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vii. Para añadir otro canal de entrada, elija Add canal (Añadir canal). Si ha terminado de 
añadir canales de entrada, elija Done (Listo).

j. En Output location (Ubicación de salida), especifique los siguientes valores:

i. Para S3 output path (Ruta de salida de S3), elija la ubicación de S3 donde los trabajos 
de capacitación que este trabajo de ajuste de hiperparámetros almacenan la salida, 
como los artefactos de modelos.

Note

Usted utiliza los artefactos de modelos almacenados en esta ubicación 
para crear un modelo o paquete de modelos de este trabajo de ajuste de 
hiperparámetros.

ii. En Encryption key (Clave de cifrado), si desea que SageMaker utilice una clave AWS 
KMS para cifrar datos de salida en reposo en la ubicación de S3.

k. Para Resource configuration (Configuración de recursos) proporcione la siguiente:

i. En Instance type (Tipo de instancia), elija el tipo de instancia que desea utilizar para 
cada trabajo de capacitación lanzado por el trabajo de ajuste de hiperparámetros.

ii. En Instance count (Recuento de instancias), escriba el número de instancias de 
machine learning que desea utilizar para cada trabajo de entrenamiento lanzado por el 
trabajo de ajuste de hiperparámetros.

iii. En Additional volume per instance (GB) (Volumen adicional por instancia (GB)), 
escriba el tamaño del volumen de almacenamiento de machine learning que 
desea aprovisionar para cada trabajo de entrenamiento que el trabajo de ajuste 
de hiperparámetros lance. Los volúmenes de almacenamiento de ML almacenan 
artefactos de modelos y estados incrementales.

iv. En Encryption key (Clave de cifrado), si quiere que Amazon SageMaker utilice una 
clave de AWS Key Management Service para cifrar los datos en el volumen de 
almacenamiento de machine learning asociado a las instancias de entrenamiento, 
especifique la clave.

l. Para Resource limits (Límites de recursos) proporcione lo siguiente:

i. En Maximum training jobs (Máximo de trabajos de capacitación), especifique el 
número máximo de trabajos de capacitación que desea que el trabajo de ajuste de 
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hiperparámetros lance. Un trabajo de ajuste de hiperparámetros puede lanzar un 
máximo de 500 trabajos de capacitación.

ii. En Maximum parallel training jobs (Máximo de trabajos de capacitación paralelos), 
especifique el número máximo de trabajos de capacitación simultáneos que el trabajo 
de ajuste de hiperparámetros puede lanzar. Un trabajo de ajuste de hiperparámetros 
puede lanzar un máximo de 10 trabajos de capacitación simultáneos.

iii. En Stopping condition (Condición de detención), especifique la cantidad máxima de 
tiempo en segundos, minutos, horas o días durante el cual desea que se ejecute cada 
trabajo de capacitación lanzado por el trabajo de ajuste de hiperparámetros.

m. En Tags (Etiquetas), especifique una o varias etiquetas para administrar el trabajo de ajuste 
de hiperparámetros. Cada etiqueta consta de una clave y un valor opcional. Las claves de 
las etiquetas deben ser únicas para cada recurso.

n. Elija Create jobs (Crear trabajos) para ejecutar el trabajo de ajuste de hiperparámetros.

Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (API)

Para utilizar un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros mediante 
la API de AlgorithmName, especifique el nombre o el nombre de recurso de Amazon 
(ARN) del algoritmo como el campo AlgorithmSpecification del objeto que transfiera a
CreateHyperParameterTuningJob. Para obtener más información acerca del ajuste de 
hiperparámetros en SageMaker, consulte Realice el ajuste automático del modelo con SageMaker.

Utilice un algoritmo para ejecutar un trabajo de ajuste de hiperparámetros (Amazon SageMaker 
Python SDK)

Utilice un algoritmo que ha creado o al que se ha suscrito en AWS Marketplace para crear un trabajo 
de ajuste de hiperparámetros, crear un objeto AlgorithmEstimator y especificar el Nombre de 
recurso de Amazon (ARN) o el nombre del algoritmo como el valor del argumento algorithm_arn. 
A continuación, inicialice un objeto HyperparameterTuner con el AlgorithmEstimator
que ha creado como el valor del argumento estimator. Por último, llame al método fit de
AlgorithmEstimator. Por ejemplo:

from sagemaker import AlgorithmEstimator
from sagemaker.tuner import HyperparameterTuner

data_path = os.path.join(DATA_DIR, 'marketplace', 'training')

algo = AlgorithmEstimator( 
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            algorithm_arn='arn:aws:sagemaker:us-east-2:764419575721:algorithm/scikit-
decision-trees-1542410022', 
            role='SageMakerRole', 
            instance_count=1, 
            instance_type='ml.c4.xlarge', 
            sagemaker_session=sagemaker_session, 
            base_job_name='test-marketplace')

train_input = algo.sagemaker_session.upload_data( 
    path=data_path, key_prefix='integ-test-data/marketplace/train')

algo.set_hyperparameters(max_leaf_nodes=10)
tuner = HyperparameterTuner(estimator=algo, base_tuning_job_name='some-name', 
                                objective_metric_name='validation:accuracy', 
                                hyperparameter_ranges=hyperparameter_ranges, 
                                max_jobs=2, max_parallel_jobs=2)

tuner.fit({'training': train_input}, include_cls_metadata=False)
tuner.wait()

Utilice un paquete de modelos para crear un modelo

Utilice un paquete de modelos para crear un modelo que pueda implementarse que pueda utilizar 
para obtener inferencias en tiempo real mediante la creación de un punto de conexión alojado o para 
ejecutar trabajos de transformación por lotes. Puede crear un modelo que pueda implementarse a 
partir de un paquete de modelos mediante la consola de Amazon SageMaker, la API de SDK de bajo 
nivel o el Amazon SageMaker Python SDK.

Temas

• Utilizar un paquete de modelos para crear un modelo (consola)

• Utilice un paquete de modelos para crear un modelo (API)

• Utilice un paquete de modelos para crear un modelo (Amazon SageMaker Python SDK)

Utilizar un paquete de modelos para crear un modelo (consola)

Para crear un modelo que pueda implementarse a partir de un paquete de modelos (consola)

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Elija Model packages (Paquetes de modelos)
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3. Elija un paquete de modelos de los que creó de la lista en la pestaña My model packages (Mis 
paquetes de modelos) o elija un paquete de modelos al que se suscribió en la pestaña AWS 
Marketplace subscriptions (Suscripciones de ).

4. Seleccione Create model (Crear modelo).

5. En Model name (Nombre de modelo), escriba un nombre único para el modelo.

6. Para IAM role (Rol de IAM), elija un rol de IAM que cuente con los permisos necesarios para 
llamar a otros servicios en su nombre o elija Create a new role (Crear un rol nuevo) para permitir 
que cree un rol que tenga la política administrada AmazonSageMakerFullAccess asociada. 
Para obtener información, consulte SageMaker Funciones.

7. Para VPC, elija una VPC de Amazon a la que quiera que acceda su modelo. Para obtener más 
información, consulte Ofrezca a los endpoints SageMaker alojados acceso a los recursos de su 
Amazon VPC.

8. Deje los valores predeterminados para Container input options (Opciones de entrada del 
contenedor) y Choose model package (Elegir paquete de modelos).

9. Para las variables de entorno, proporcione los nombres y los valores de variables de entorno 
que desea transferir al contenedor de modelos.

10. En Tags (Etiquetas), especifique una o varias etiquetas para administrar el modelo. Cada 
etiqueta consta de una clave y un valor opcional. Las claves de las etiquetas deben ser únicas 
para cada recurso.

11. Seleccione Create model (Crear modelo).

Después de crear un modelo que pueden implementarse, puede utilizarlo para configurar un punto 
de conexión para inferencia en tiempo real o crear un trabajo de transformación por lotes para 
obtener inferencias en conjuntos de datos completos. Para obtener información sobre el alojamiento 
de puntos de conexión en SageMaker, consulte Implementar modelos para inferencia.

Utilice un paquete de modelos para crear un modelo (API)

Para utilizar un paquete de modelos para crear un modelo que pueda implantarse mediante la API 
de , especifique el nombre o el Nombre de recurso de Amazon (ARN) del paquete de modelos 
como el campo ModelPackageName del objeto ContainerDefinition que transfiera a la API
CreateModel.

Después de crear un modelo que pueden implementarse, puede utilizarlo para configurar un punto 
de conexión para inferencia en tiempo real o crear un trabajo de transformación por lotes para 
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obtener inferencias en conjuntos de datos completos. Para obtener información sobre los puntos de 
conexión alojados en SageMaker, consulte Implementar modelos para inferencias.

Utilice un paquete de modelos para crear un modelo (Amazon SageMaker Python SDK)

Para utilizar un paquete de modelos para crear un modelo de paquetes que pueda implantarse 
mediante el SageMaker Python SDK, inicialice un objeto ModelPackage y transfiera el Nombre de 
recurso de Amazon (ARN) del paquete de modelos como el argumento model_package_arn. Por 
ejemplo:

from sagemaker import ModelPackage
model = ModelPackage(role='SageMakerRole', 
         model_package_arn='training-job-scikit-decision-trees-1542660466-6f92', 
         sagemaker_session=sagemaker_session)

Después de crear un modelo que pueden implementarse, puede utilizarlo para configurar un punto 
de enlace para inferencia en tiempo real o crear un trabajo de transformación por lotes para obtener 
inferencias en conjuntos de datos completos. Para obtener información sobre el alojamiento de 
puntos de conexión en SageMaker, consulte Implementar modelos para inferencia.

Venta de algoritmos y paquetes de modelos de Amazon 
SageMaker

Vender algoritmos y paquetes de modelos de Amazon SageMaker es un proceso de tres pasos:

1. Desarrolle su algoritmo o modelo y empaquételo en un contenedor de Docker. Para obtener 
información, consulte Desarrolle algoritmos y modelos en Amazon SageMaker.

2. Cree un recurso de paquete de modelos o algoritmo en SageMaker. Para obtener información, 
consulte Crear recursos de paquetes de modelos y de algoritmos.

3. Regístrese como vendedor en AWS Marketplace y publique su algoritmo o paquete de modelos 
en AWS Marketplace. Para obtener información sobre cómo registrarse como vendedor, consulte
Introducción a los vendedores en la guía del usuario para proveedores de AWS Marketplace. 
Para obtener información acerca de cómo publicar y obtener un rendimiento económico de 
sus algoritmos y paquetes de modelos, consulte la sección sobre cómo publicar algoritmos y 
paquetes de modelos en AWS Marketplace for Machine Learning en la guía del usuario para AWS 
Marketplace proveedores.
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Temas

• Desarrolle algoritmos y modelos en Amazon SageMaker

• Crear recursos de paquetes de modelos y de algoritmos

• Publicación de su algoritmo o paquete de modelos en AWS Marketplace

Desarrolle algoritmos y modelos en Amazon SageMaker

Para poder crear recursos de algoritmos y paquetes de modelos para usarlos en Amazon SageMaker 
o publicarlos en AWS Marketplace, tiene que desarrollarlos y empaquetarlos en contenedores de 
Docker.

Note

Cuando se crean algoritmos y paquetes de modelos para publicarlos en AWS Marketplace, 
SageMaker analiza los contenedores para detectar posibles vulnerabilidades de seguridad 
en los sistemas operativos compatibles.
Solo se admiten las siguientes versiones de los sistemas operativos:

• Debian: 6.0, 7, 8, 9, 10

• Ubuntu: 12.04, 12.10, 13.04, 14.04, 14.10, 15.04, 15.10, 16.04, 16.10, 17.04, 17.10, 18.04, 
18.10

• CentOS: 5, 6, 7
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• Oracle Linux: 5, 6, 7

• Alpine: 3.3, 3.4, 3.5

• Amazon Linux

Temas

• Desarrolle algoritmos en SageMaker

• Desarrolle modelos en SageMaker

Desarrolle algoritmos en SageMaker

Un algoritmo debe empaquetarse como contenedor de Docker y almacenarse en Amazon ECR para 
utilizarlo en SageMaker. El contenedor de Docker contiene el código de entrenamiento que se utiliza 
para ejecutar trabajos de entrenamiento y, de forma opcional, el código de inferencia utilizado para 
obtener inferencias de modelos entrenados mediante el algoritmo.

Para obtener información sobre cómo desarrollar algoritmos en SageMaker y empaquetarlos como 
contenedores, consulte Utilizar contenedores de Docker para crear modelos. Para consultar un 
ejemplo completo de cómo crear un contenedor de algoritmos, vea el bloc de notas de muestra 
que se encuentra en  https://sagemaker-examples.readthedocs.io/en/latest/advanced_functionality/
scikit_bring_your_own/scikit_bring_your_own.html. También puede encontrar el bloc de notas de 
muestra en una instancia de bloc de notas de SageMaker. El bloc de notas se encuentra en la 
sección Funcionalidad avanzada y se denomina scikit_bring_your_own.ipynb. Para obtener 
información acerca de cómo usar los cuadernos de ejemplo en una instancia de cuaderno, consulte
Ejemplo de cuadernos.

Compruebe siempre con todo detalle sus algoritmos antes de crear recursos de algoritmos para 
publicarlos en AWS Marketplace.

Note

Cuando un comprador se suscribe a su producto en contenedores, los contenedores de 
Docker se ejecutan en un entorno aislado (sin Internet). Cuando cree sus contenedores, 
no confíe en que podrá realizar llamadas salientes a través de Internet. Las llamadas a los 
servicios de AWS no están permitidas.
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Desarrolle modelos en SageMaker

Un modelo que puede implementarse en SageMaker tiene un código de inferencia, artefactos de 
modelos, un rol de IAM que se usa para obtener acceso a recursos y demás información necesaria 
para implementar el modelo en SageMaker. Los artefactos de modelos son los resultados de 
entrenar un modelo mediante un algoritmo de machine learning. El código de inferencia debe 
empaquetarse en un contenedor de Docker y almacenarse en Amazon ECR. Puede empaquetar los 
artefactos de modelo en el mismo contenedor que el código de inferencia o bien almacenarlos en 
Amazon S3.

Puede crear un modelo ejecutando un trabajo de entrenamiento en SageMaker o bien 
entrenando un algoritmo de machine learning fuera de SageMaker. Si ejecuta un trabajo de 
entrenamiento en SageMaker, los artefactos de modelos obtenidos estarán disponibles en el 
campo ModelArtifacts en la respuesta a una llamada a la operación DescribeTrainingJob. 
Para obtener información sobre cómo desarrollar un contenedor de modelos de SageMaker, 
consulte Usar un código de inferencia propio. Para consultar un ejemplo completo de cómo crear 
un contenedor de modelos a partir de un modelo entrenado fuera de SageMaker, consulte el bloc 
de notas de muestra que se encuentra en https://sagemaker-examples.readthedocs.io/en/latest/ 
advanced_functionality/xgboost_bring_your_own_model/xgboost_bring_your_own_model.html. 
También puede encontrar el bloc de notas de muestra en una instancia de bloc de notas de 
SageMaker. El bloc de notas se encuentra en la sección Funcionalidad avanzada y se denomina
xgboost_bring_your_own_model.ipynb. Para obtener información acerca de cómo usar los 
cuadernos de ejemplo en una instancia de cuaderno, consulte Ejemplo de cuadernos.

Compruebe siempre con todo detalle sus modelos antes de crear paquetes de modelos para 
publicarlos en AWS Marketplace.

Note

Cuando un comprador se suscribe a su producto en contenedores, los contenedores de 
Docker se ejecutan en un entorno aislado (sin Internet). Cuando cree sus contenedores, 
no confíe en que podrá realizar llamadas salientes a través de Internet. Las llamadas a los 
servicios de AWS no están permitidas.
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Publicación de su algoritmo o paquete de modelos en AWS Marketplace

Después de crear y validar su algoritmo o modelo en Amazon SageMaker, tiene que publicar el 
producto en AWS Marketplace. El proceso de publicación ofrece sus productos en AWS Marketplace 
y en la consola de SageMaker.

Para poder publicar productos en AWS Marketplace, tiene que ser un vendedor registrado. Para 
registrarse, siga el proceso de autoregistro del portal de administración de AWS Marketplace 
(AMMP). Para obtener información, consulte Introducción a los vendedores en la guía del usuario 
para proveedores de AWS Marketplace. Cuando comienza el proceso de publicación del producto 
desde la consola de Amazon SageMaker, comprobamos el estado de registro de vendedor. Si no se 
ha registrado, lo indicaremos que lo haga.

Para comenzar el proceso de publicación, realice una de las siguientes acciones:

• En la consola de SageMaker, elija el producto, seleccione Acciones y, a continuación, elija Publicar 
nueva oferta en mercado de ML. Esto guarda la referencia del producto, el nombre de recurso de 
Amazon (ARN) y le dirigirá al AMMP para que cree la publicación.

• Vaya al proceso de publicación de ML, escriba manualmente el Nombre de recurso de Amazon 
(ARN) y comience a publicar el producto. Este proceso guarda los metadatos del producto que 
ha especificado al crear el producto en SageMaker. Para la publicación de un algoritmo, la 
información incluye los tipos de instancia y los hiperparámetros compatibles. Además, puede 
introducir una descripción del producto, información promocional e información de soporte como lo 
haría con otros productos de AWS Marketplace.

Búsqueda y suscripción a algoritmos y paquetes de modelos en 
AWS Marketplace

Con AWS Marketplace, puede examinar y buscar cientos de algoritmos y modelos de machine 
learning en una amplia gama de categorías, como, por ejemplo, visión artificial, procesamiento de 
lenguaje natural, reconocimiento de voz, texto, datos, voz, imagen, análisis de vídeo, detección de 
fraudes, análisis predictivo y mucho más.
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Para buscar algoritmos en AWS Marketplace

1. Abra la consola de Amazon SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Elija Algoritmos y, a continuación, seleccione Buscar algoritmos.

Esto lo lleva a la página de algoritmos de AWS Marketplace. Para obtener información acerca de 
cómo buscar y suscribirse a algoritmos en AWS Marketplace, consulte la sección de productos 
de machine learning de la  guía del usuario de AWS Marketplace para consumidores de AWS.

Para encontrar paquetes de modelos en AWS Marketplace

1. Abra la consola de SageMaker en https://console.aws.amazon.com/sagemaker/.

2. Elija Paquetes de modelos y, a continuación, seleccione Buscar paquetes de modelos.

Esto le lleva a la página de paquetes de modelos de AWS Marketplace. Para obtener 
información acerca de cómo buscar y suscribirse a paquetes de modelos en AWS Marketplace, 
consulte la sección de productos de machine learning de la guía del usuario de AWS 
Marketplace para consumidores de AWS.

Uso de algoritmos y paquetes de modelos

Para obtener información acerca de cómo usar algoritmos y paquetes de modelos a los que se ha 
suscrito en SageMaker, consulte Utilizar recursos de paquetes de modelos y de algoritmos.
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Note

Al crear un trabajo de entrenamiento, un punto de conexión de inferencia y un trabajo de 
transformación por lotes a partir de un algoritmo o un paquete de modelos al que se suscribe 
en AWS Marketplace, los contenedores de entrenamiento e inferencia no tienen acceso a 
Internet. Como los contenedores no tienen acceso a Internet, el vendedor del algoritmo o del 
paquete de modelos no tiene acceso a sus datos.

Uso de algoritmos y paquetes de modelos 6396
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Supervisa AWS los recursos aprovisionados durante el uso 
de Amazon SageMaker
El monitoreo es una parte importante del mantenimiento de la confiabilidad, la disponibilidad 
y el rendimiento de SageMaker sus demás AWS soluciones. AWSproporciona las siguientes 
herramientas de monitoreo para observar SageMaker, informar cuando algo anda mal y tomar 
medidas automáticas cuando sea apropiado:

• Amazon CloudWatch monitorea tus AWS recursos y las aplicaciones en las que AWS ejecutas 
en tiempo real. Puede recopilar métricas y realizar un seguimiento de las métricas, crear paneles 
personalizados y definir alarmas que le advierten o que toman medidas cuando una métrica 
determinada alcanza el umbral que se especifique. Por ejemplo, puede CloudWatch hacer un 
seguimiento del uso de la CPU u otras métricas de sus instancias de Amazon EC2 y lanzar 
automáticamente nuevas instancias cuando sea necesario. Para obtener más información, 
consulta la Guía del CloudWatch usuario de Amazon.

• Amazon CloudWatch Logs le permite monitorear, almacenar y acceder a sus archivos de registro 
desde instancias EC2 y otras fuentes. AWS CloudTrail CloudWatch Los registros pueden 
monitorear la información de los archivos de registro y notificarle cuando se alcanzan ciertos 
umbrales. También se pueden archivar los datos del registro en un almacenamiento de larga 
duración. Para obtener más información, consulta la Guía del usuario CloudWatch de Amazon 
Logs.

• AWS CloudTrail captura llamadas a la API y eventos relacionados efectuados por su cuenta de 
AWS o en su nombre, y entrega los archivos de registro al bucket de Amazon S3 que se haya 
especificado. También puede identificar qué usuarios y cuentas llamaron a AWS, la dirección IP de 
origen de las llamadas y el momento en que se hicieron. Para más información, consulte la Guía 
del usuario de AWS CloudTrail.

• CloudWatch Events ofrece un flujo casi en tiempo real de los eventos del sistema que describen 
los cambios en AWS los recursos. Las reglas de Create CloudWatch Events reaccionan ante 
un cambio de estado en un trabajo de SageMaker entrenamiento, ajuste de hiperparámetros o 
transformación por lotes

Temas

• Supervisa Amazon SageMaker con Amazon CloudWatch

• Registra SageMaker los eventos de Amazon con Amazon CloudWatch
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• Registra las llamadas a SageMaker la API de Amazon con AWS CloudTrail

• Supervisión del acceso a los recursos de los usuarios desde Amazon SageMaker Studio Classic

• Automatizar Amazon SageMaker con Amazon EventBridge

Supervisa Amazon SageMaker con Amazon CloudWatch

Puedes monitorear Amazon SageMaker con Amazon CloudWatch, que recopila datos sin procesar 
y los procesa para convertirlos en métricas legibles y casi en tiempo real. Estas estadísticas se 
mantienen durante 15 meses, de forma que pueda obtener acceso a información histórica y disponer 
de una mejor perspectiva sobre el desempeño de su aplicación web o servicio. Sin embargo, la 
CloudWatch consola de Amazon limita la búsqueda a las métricas que se hayan actualizado en 
las últimas 2 semanas. Esta limitación garantiza que la mayor parte de los trabajos actuales se 
muestren en su espacio de nombres. Para representar métricas gráficamente sin usar una búsqueda, 
especifique su nombre exacto en la vista del código fuente. También puede establecer alarmas que 
vigilen determinados umbrales y enviar notificaciones o realizar acciones cuando se cumplan dichos 
umbrales. Para obtener más información, consulta la Guía del CloudWatch usuario de Amazon.

SageMaker Métricas y dimensiones

• SageMaker Métricas de invocación de terminales

• SageMaker Métricas de componentes de inferencia

• SageMaker Métricas de puntos finales multimodelo

• SageMaker Métricas de trabajos y puntos finales

• SageMaker Métricas de trabajos de recomendación de inferencias

• SageMaker Métricas de Ground Truth

• Estadísticas de Amazon SageMaker Feature Store

• SageMaker Métricas de tuberías

SageMaker Métricas de invocación de terminales

El espacio de nombres AWS/SageMaker incluye las siguientes métricas de respuesta desde 
llamadas en  InvokeEndpoint.

Las métricas están disponibles con una frecuencia de un minuto.
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La siguiente ilustración muestra cómo interactúa un SageMaker punto final con la API Amazon 
SageMaker Runtime. El tiempo total entre el envío de una solicitud a un punto de conexión y la 
recepción de una respuesta depende de los tres componentes siguientes.

• Latencia de red: el tiempo que transcurre entre realizar una solicitud a la API SageMaker Runtime 
Runtime y recibir una respuesta de la API SageMaker Runtime Runtime.

• Latencia de sobrecarga: el tiempo que se tarda en transportar una solicitud al contenedor del 
modelo desde la API de SageMaker Runtime Runtime y en transportar la respuesta de vuelta a la 
API SageMaker de Runtime Runtime.

• Latencia del modelo: el tiempo que tarda el contenedor de modelos en procesar la solicitud y 
devolver una respuesta.

Para obtener más información sobre la latencia total, consulte Prácticas recomendadas para realizar 
pruebas de carga en los puntos finales de inferencia SageMaker en tiempo real de Amazon. Para 
obtener información sobre cuánto tiempo se conservan CloudWatch las métricas, consulta la
referencia GetMetricStatisticsde la CloudWatch API de Amazon.

Métricas de invocación de puntos de conexión
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Métrica Descripción

Invocatio 
n4XXErrors

El número de solicitudes InvokeEndpoint  donde el modelo devolvió 
un código de respuesta HTTP 4xx. Para cada respuesta 4xx, se envía 1; 
de lo contrario, se envía 0.

Unidades: ninguna

Estadísticas válidas: Average, Sum

Invocatio 
n5XXErrors

El número de solicitudes InvokeEndpoint  donde el modelo devolvió 
un código de respuesta HTTP 5xx. Para cada respuesta 5xx, se envía 1; 
de lo contrario, se envía 0.

Unidades: ninguna

Estadísticas válidas: Average, Sum

Invocatio 
nModelErrors

El número de solicitudes de invocación del modelo que no dieron lugar 
a una respuesta HTTP 2XX. Esto incluye códigos de estado 4XX/5XX, 
errores de socket de bajo nivel, respuestas HTTP con errores de formato 
y tiempos de espera de solicitudes. Para cada respuesta de error, se 
envía 1; de lo contrario, se envía 0.

Unidades: ninguna

Estadísticas válidas: Average, Sum

Invocations El número de solicitudes de InvokeEndpoint  enviadas a un punto de 
conexión del modelo.

Para obtener el número total de solicitudes enviadas a un punto de 
enlace del modelo, utilice la estadística Sum.

Unidades: ninguna

Estadísticas válidas: suma

Invocatio 
nsPerCopy

El número de invocaciones normalizadas por cada copia de un 
componente de inferencia.

Métricas de invocación de puntos de conexión 6400



Amazon SageMaker Guía para desarrolladores

Métrica Descripción

Estadísticas válidas: suma

Invocatio 
nsPerInstance

El número de invocaciones enviadas a un modelo, normalizado como
InstanceCount  en cada una ProductionVariant. 1/ numberOfI 
nstances  se envía como el valor de cada solicitud, donde numberOfI 
nstances  es el número de instancias activas del punto final en el 
momento ProductionVariant de la solicitud.

Unidades: ninguna

Estadísticas válidas: suma

ModelLatency El intervalo de tiempo que tarda un modelo en responder a una solicitud 
de la API SageMaker Runtime. Este intervalo incluye el tiempo de 
comunicación local empleado en el envío de la solicitud y la recuperac 
ión de la respuesta del contenedor de modelos, así como el tiempo que 
se tarda en completar la inferencia en el contenedor.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelSetupTime El tiempo que se tarda en lanzar nuevos recursos de computación para 
un punto de conexión sin servidor. El tiempo puede variar según el 
tamaño del modelo, el tiempo que se tarde en descargarlo y el tiempo de 
arranque del contenedor.

Unidades: microsegundos

Estadísticas válidas: Average, Min, Max, Sample Count, Percentiles.

Métricas de invocación de puntos de conexión 6401
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Métrica Descripción

OverheadLatency El intervalo de tiempo añadido al tiempo que se tarda en responder a 
una solicitud de cliente de sobrecargas de SageMaker . Este intervalo se 
mide desde el momento en que se SageMaker recibe la solicitud hasta 
que devuelve una respuesta al cliente, menos elModelLatency . La 
latencia de sobrecarga puede variar dependiendo de varios factores, 
incluidos los tamaños de carga de solicitud y respuesta, la frecuencia de 
solicitud y la autenticación/autorización de la solicitud.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

Dimensiones de las métricas de invocación de puntos de conexión

Dimensión Descripción

EndpointName, 
VariantName

Filtra las métricas de invocación de punto de conexión para una
ProductionVariant  del punto de conexión y la variante especific 
ados.

Inference 
ComponentName

Filtra las métricas de invocación de los componentes de inferencia.

SageMaker Métricas de componentes de inferencia

El espacio de /aws/sagemaker/InferenceComponents nombres incluye las siguientes métricas 
de las llamadas a los puntos finales que alojan  InvokeEndpointlos componentes de inferencia.

Las métricas están disponibles con una frecuencia de un minuto.

Métrica Descripción

CPUUtiliz 
ationNorm 
alized

El valor de la CPUUtilizationNormalized  métrica que informa 
cada copia del componente de inferencia. El valor oscila entre el 0% y 
el 100%. Si establece el NumberOfCpuCoresRequired  parámetro 
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Métrica Descripción

en la configuración de la copia del componente de inferencia, la métrica 
presenta la utilización con respecto a la reserva. De lo contrario, la 
métrica presenta la utilización por encima del límite.

GPUMemory 
Utilizati 
onNormalized

El valor de la GPUMemoryUtilizationNormalized  métrica 
indicado por cada copia del componente de inferencia.

GPUUtiliz 
ationNorm 
alized

El valor de la GPUUtilizationNormalized  métrica indicado por 
cada copia del componente de inferencia. Si establece el NumberOfA 
cceleratorDevicesRequired  parámetro en la configuración de 
la copia del componente de inferencia, la métrica presenta la utilización 
por encima de la reserva. De lo contrario, la métrica presenta la utilizaci 
ón por encima del límite.

MemoryUti 
lizationN 
ormalized

El valor MemoryUtilizationNormalized  indicado por cada copia 
del componente de inferencia. Si establece el MinMemoryRequiredI 
nMb  parámetro en la configuración de la copia del componente de 
inferencia, las métricas muestran la utilización por encima de la reserva. 
De lo contrario, las métricas muestran la utilización por encima del límite.

Dimensiones de las métricas de los componentes de inferencia

Dimensión Descripción

Inference 
ComponentName

Filtra las métricas de los componentes de inferencia.

SageMaker Métricas de puntos finales multimodelo

El espacio de AWS/SageMaker nombres incluye el siguiente modelo de métricas de carga de las 
llamadas a.  InvokeEndpoint

Las métricas están disponibles con una frecuencia de un minuto.
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Para obtener información sobre cuánto tiempo se conservan CloudWatch las métricas, consulta la
referencia GetMetricStatisticsde la CloudWatch API de Amazon.

Métricas de carga de modelo de punto de conexión multimodelo

Métrica Descripción

ModelLoad 
ingWaitTime

El intervalo de tiempo que una solicitud de invocación ha esperado a que 
se descargue o cargue el modelo de destino, o ambos, para realizar la 
inferencia.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelUnlo 
adingTime

El intervalo de tiempo que tardó en descargar el modelo a través de la 
llamada a la API UnloadModel  del contenedor.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelDown 
loadingTime

El intervalo de tiempo que se tardó en descargar el modelo de Amazon 
Simple Storage Service (Amazon S3).

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelLoad 
ingTime

El intervalo de tiempo que tardó en cargar el modelo a través de la 
llamada a la API LoadModel  del contenedor.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

ModelCacheHit El número de solicitudes InvokeEndpoint  enviadas al punto de 
conexión multimodelo para el que ya se ha cargado el modelo.

La estadística Promedio muestra la proporción de solicitudes para las 
que el modelo ya se ha cargado.
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Métrica Descripción

Unidades: ninguna

Estadísticas válidas: Average, Sum, Sample Count.

Dimensiones para métricas de carga de modelo de punto de conexión multimodelo

Dimensión Descripción

EndpointName, 
VariantName

Filtra las métricas de invocación de punto de conexión para una
ProductionVariant  del punto de conexión y la variante especific 
ados.

Los espacios de nombres /aws/sagemaker/Endpoints contienen las siguientes métricas de 
instancia de las llamadas a  InvokeEndpoint.

Las métricas están disponibles con una frecuencia de un minuto.

Para obtener información sobre cuánto tiempo se conservan CloudWatch las métricas, consulta la
referencia GetMetricStatisticsde la CloudWatch API de Amazon.

Métricas de instancia de modelo de punto de conexión multimodelo

Métrica Descripción

LoadedMod 
elCount

El número de modelos cargados en los contenedores del punto de 
conexión multimodelo. Esta métrica se emite por instancia.

La estadística Promedio con un período de 1 minuto indica el número 
medio de modelos cargados por instancia.

La estadística Suma indica el número total de modelos cargados en 
todas las instancias del punto de conexión.

Los modelos de los que realiza el seguimiento de esta métrica no son 
necesariamente únicos porque un modelo puede cargarse en varios 
contenedores en el punto de conexión.
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Métrica Descripción

Unidades: ninguna

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

Dimensiones para métricas de carga de modelo de punto de conexión multimodelo

Dimensión Descripción

EndpointName, 
VariantName

Filtra las métricas de invocación de punto de conexión para una
ProductionVariant  del punto de conexión y la variante especific 
ados.

SageMaker Métricas de trabajos y puntos finales

Los espacios de nombres /aws/sagemaker/ProcessingJobs, /aws/sagemaker/
TrainingJobs, /aws/sagemaker/TransformJobs y /aws/sagemaker/Endpoints contienen 
las siguientes métricas para los trabajos de entrenamiento y las instancias de punto de conexión.

Las métricas están disponibles con una frecuencia de un minuto.

Note

Amazon CloudWatch admite métricas personalizadas de alta resolución y su resolución más 
precisa es de 1 segundo. Sin embargo, cuanto más fina sea la resolución, menor será la 
vida útil de las CloudWatch métricas. Para la resolución de frecuencia de 1 segundo, las 
CloudWatch métricas están disponibles durante 3 horas. Para obtener más información 
sobre la resolución y la duración de las CloudWatch métricas, consulta la referencia
GetMetricStatisticsde las CloudWatch API de Amazon.

Tip

Si desea perfilar su trabajo de formación con una resolución más precisa, con una 
granularidad de hasta 100 milisegundos (0,1 segundos) y almacenar las métricas de 
formación de forma indefinida en Amazon S3 para su análisis personalizado en cualquier 
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momento, considere la posibilidad de utilizar Amazon Debugger. SageMaker  SageMaker 
Debugger proporciona reglas integradas para detectar automáticamente los problemas de 
entrenamiento más comunes; detecta los problemas de uso de los recursos de hardware 
(como los cuellos de botella de la CPU, la GPU y la E/S) y los problemas de modelos no 
convergentes (como el sobreajuste, la desaparición de los gradientes y la explosión de los 
tensores). SageMaker Debugger también proporciona visualizaciones a través de Studio 
Classic y su informe de creación de perfiles. Para explorar las visualizaciones del depurador, 
consulte el tutorial del panel de control de SageMaker Debugger Insights, el tutorial del 
informe de creación de perfiles del depurador y el análisis de datos mediantela biblioteca de 
clientes de SMDebug.

Processing Job, Training Job, Batch Transform Job, and Endpoint Instance Metrics (Trabajo de 
procesamiento, trabajo de entrenamiento, trabajo de transformación por lotes y métricas de instancia 
de punto de enlace)

Métrica Descripción

CPUReservation La suma de las CPU reservadas por los contenedores de una instancia 
. El valor oscila entre el 0% y el 100%. En la configuración de un 
componente de inferencia, se establece la reserva de CPU con el
NumberOfCpuCoresRequired  parámetro. Por ejemplo, si hay 4 
CPU y 2 están reservadas, la CPUReservation  métrica es del 50%.

CPUUtilization La suma de la utilización de cada núcleo individual de la CPU. La 
utilización de la CPU de cada núcleo oscila entre 0 y 100. Por ejemplo, 
si hay cuatro CPU, la CPUUtilization  puede oscilar entre 0 % y 
400 %. Para trabajos de procesamiento, el valor es la utilización de CPU 
del contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización de la CPU del 
contenedor de algoritmos en la instancia.

Para los trabajos de transformación por lotes, el valor es la utilización de 
la CPU del contenedor de transformación en la instancia.
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Métrica Descripción

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la CPU de los contenedores principales y suplementarios 
en la instancia.

Note

En el caso de trabajos de varias instancias, cada instancia 
notifica las métricas de utilización de la CPU. Sin embargo, la 
vista predeterminada CloudWatch muestra el uso medio de la 
CPU en todas las instancias.

Unidades: porcentaje

CPUUtiliz 
ationNorm 
alized

La suma normalizada de la utilización de cada núcleo de CPU individua 
l. El valor oscila entre el 0% y el 100%. Por ejemplo, si hay cuatro CPU y 
la CPUUtilization  métrica es del 200%, la CPUUtilizationNorm 
alized  métrica es del 50%.
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Métrica Descripción

DiskUtilization El porcentaje de espacio en disco usado por los contenedores en 
una instancia. Este valor oscila del 0 % al 100 %. Esta métrica no es 
compatible con los trabajos de transformación por lotes.
Para trabajos de procesamiento, el valor es la utilización del espacio en 
disco del contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización del espacio en 
disco del contenedor de algoritmos en la instancia.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización del espacio en disco de los contenedores principales y 
suplementarios en la instancia.

Unidades: porcentaje

Note

En el caso de trabajos de varias instancias, cada instancia 
notifica las métricas de utilización del disco. Sin embargo, la vista 
predeterminada CloudWatch muestra el uso promedio del disco 
en todas las instancias.
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Métrica Descripción

GPUMemory 
Utilization

El porcentaje de memoria de GPU que utilizan los contenedores en una 
instancia. El valor oscila entre 0 y 100, y se multiplica por el número de 
GPU. Por ejemplo, si hay cuatro GPU, la GPUMemoryUtilization
puede oscilar entre 0 % y 400 %.
Para trabajos de procesamiento, el valor es la utilización de la memoria 
GPU del contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización de la memoria 
de la GPU del contenedor de algoritmos en la instancia.

Para los trabajos de transformación por lotes, el valor es la utilización de 
la memoria de la GPU del contenedor de transformación en la instancia.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la memoria de la GPU de los contenedores principales y 
suplementarios en la instancia.

Note

En el caso de trabajos de varias instancias, cada instancia 
notifica las métricas de utilización de la memoria GPU. Sin 
embargo, la vista predeterminada de CloudWatch muestra el uso 
medio de la memoria de la GPU en todas las instancias.

Unidades: porcentaje

GPUMemory 
Utilizati 
onNormalized

El porcentaje normalizado de memoria de GPU que utilizan los 
contenedores de una instancia. El valor oscila entre el 0% y el 100%. Por 
ejemplo, si hay cuatro GPU y la GPUMemoryUtilization  métrica es 
del 200%, la GPUMemoryUtilizationNormalized  métrica es del 
50%.
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Métrica Descripción

GPUReservation La suma de las GPU reservadas por los contenedores de una instancia 
. El valor oscila entre el 0% y el 100%. En la configuración de un 
componente de inferencia, se establece la reserva de la GPU en.
NumberOfAcceleratorDevicesRequired  Por ejemplo, si hay 4 
GPU y 2 están reservadas, la GPUReservation  métrica es del 50%.

GPUUtilization El porcentaje de unidades de GPU usadas por los contenedores en 
una instancia. El valor puede oscilar entre 0 y 100, y se multiplica por el 
número de GPU. Por ejemplo, si hay cuatro GPU, la GPUUtilization
puede oscilar entre 0 % y 400 %.
Para trabajos de procesamiento, el valor es la utilización de GPU del 
contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización de la GPU del 
contenedor de algoritmos en la instancia.

Para los trabajos de transformación por lotes, el valor es la utilización de 
la GPU del contenedor de transformación en la instancia.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la GPU de los contenedores principales y suplementarios 
en la instancia.

Note

En el caso de trabajos de varias instancias, cada instancia 
notifica las métricas de utilización de la GPU. Sin embargo, la 
vista predeterminada CloudWatch muestra el uso medio de la 
GPU en todas las instancias.

Unidades: porcentaje
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Métrica Descripción

GPUUtiliz 
ationNorm 
alized

El porcentaje normalizado de unidades de GPU que utilizan los 
contenedores de una instancia. El valor oscila entre el 0% y el 100%. 
Por ejemplo, si hay cuatro GPU y la GPUUtilization  métrica es del 
200%, la GPUUtilizationNormalized  métrica es del 50%.

MemoryRes 
ervation

La suma de memoria reservada por los contenedores de una instancia 
. El valor oscila entre el 0% y el 100%. En la configuración de un 
componente de inferencia, se establece la reserva de memoria con el
MinMemoryRequiredInMb  parámetro. Por ejemplo, si una instancia 
de 32 GiB reservó 1024 MB, la MemoryReservation  métrica es del 
29,8%.

MemoryUti 
lization

El porcentaje de memoria que utilizan los contenedores en una instancia 
. Este valor oscila del 0 % al 100 %.
Para trabajos de procesamiento, el valor es la utilización de memoria del 
contenedor de procesamiento en la instancia.

Para los trabajos de capacitación, el valor es la utilización de la memoria 
del contenedor de algoritmos en la instancia.

Para los trabajos de transformación por lotes, el valor es la utilización de 
la memoria del contenedor de transformación en la instancia.

Para las variantes de punto de conexión, el valor es la suma de la 
utilización de la memoria de los contenedores principales y suplement 
arios en la instancia.

Unidades: porcentaje

Note

En el caso de trabajos de varias instancias, cada instancia 
notifica las métricas de utilización de la memoria. Sin embargo, 
la vista predeterminada de CloudWatch muestra el uso promedio 
de memoria en todas las instancias.
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Dimensions for Processing Job, Training Job, Batch Transform Job, and Endpoint Instance Metrics 
(Dimensiones para trabajo de procesamiento, trabajo de entrenamiento, trabajo de transformación 
por lotes y métricas de instancia de punto de enlace)

Dimensión Descripción

Host Para trabajos de procesamiento, el valor para esta dimensión tiene 
el formato [processing-job-name]/algo-[instance-
number-in-cluster] . Utilice esta dimensión para filtrar métricas 
de instancias para la instancia y el trabajo de procesamiento especific 
ados. Este formato de dimensión está solo presente en el espacio de 
nombres /aws/sagemaker/ProcessingJobs .

Para trabajos de capacitación, el valor para esta dimensión tiene el 
formato [training-job-name]/algo-[instance-number-
in-cluster] . Utilice esta dimensión para filtrar métricas de instancia 
s para la instancia y el trabajo de entrenamiento especificados. Este 
formato de dimensión está solo presente en el espacio de nombres /
aws/sagemaker/TrainingJobs .

Para trabajos de transformación por lotes, el valor para esta dimensión 
tiene el formato [transform-job-name]/[instance-id] . 
Utilice esta dimensión para filtrar métricas de instancias para la instancia 
y el trabajo de transformación por lotes especificados. Este formato de 
dimensión está solo presente en el espacio de nombres /aws/sage 
maker/TransformJobs .

SageMaker Métricas de trabajos de recomendación de inferencias

El espacio de nombres /aws/sagemaker/InferenceRecommendationsJobs contiene las 
siguientes métricas para los trabajos de recomendación de inferencias.

Métricas del recomendador de inferencias
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Métrica Descripción

ClientInv 
ocations

El número de solicitudes InvokeEndpoint  enviadas al punto de 
conexión del modelo, según lo observado por el recomendador de 
inferencias.

Unidades: ninguna

Estadísticas válidas: suma

ClientInv 
ocationErrors

El número de solicitudes InvokeEndpoint  enviadas al punto de 
conexión del modelo que no han dado resultado, según lo observado por 
el recomendador de inferencias.

Unidades: ninguna

Estadísticas válidas: suma

ClientLatency El intervalo de tiempo transcurrido entre el envío de una llamada
InvokeEndpoint  y la recepción de una respuesta, según lo 
observado por el recomendador de inferencias. Tenga en cuenta que el 
tiempo se expresa en milisegundos, mientras que la métrica de invocació 
n del punto de conexión ModelLatency  se expresa en microsegu 
ndos.

Unidades: milisegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count, Percentil 
es.

NumberOfUsers El número de usuarios simultáneos que envían InvokeEndpoint
solicitudes al punto de conexión del modelo.

Unidades: ninguna

Estadísticas válidas: Max, Min, Average.

Dimensiones de las métricas de trabajo del recomendador de inferencias
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Dimensión Descripción

JobName Filtra las métricas de trabajo del recomendador de inferencias para el 
trabajo de recomendador de inferencias especificado.

EndpointName Filtra las métricas de trabajo del recomendador de inferencias para el 
punto de conexión especificado.

SageMaker Métricas de Ground Truth

Métricas de Ground Truth

Métrica Descripción

ActiveWorkers Un solo trabajador activo de un equipo de trabajo privado presentó, 
lanzó o rechazó una tarea. Para obtener el número total de trabajado 
res activos, use la estadística Sum. Ground Truth intenta entregar cada 
evento individual ActiveWorkers  una vez. Si esta entrega no se 
realiza correctamente, es posible que esta métrica no muestre el número 
total de trabajadores activos.

Unidades: ninguna

Estadísticas válidas: Sum, Sample Count.

DatasetOb 
jectsAuto 
Annotated

El número de objetos de conjunto de datos comentados automátic 
amente en un trabajo de etiquetado. Esta métrica solo se emite al 
habilitarse el etiquetado automatizado. Para ver el progreso del trabajo 
de etiquetado, use la métrica Max.

Unidades: ninguna

Estadísticas válidas: Max

DatasetOb 
jectsHuma 
nAnnotated

El número de objetos de conjunto de datos comentados por un humano 
en un trabajo de etiquetado. Para ver el progreso del trabajo de 
etiquetado, use la métrica Max.
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Métrica Descripción

Unidades: ninguna

Estadísticas válidas: Max

DatasetOb 
jectsLabe 
lingFailed

El número de objetos de conjunto de datos que no se pudieron etiquetar 
en un trabajo de etiquetado. Para ver el progreso del trabajo de 
etiquetado, use la métrica Max.

Unidades: ninguna

Estadísticas válidas: Max

JobsFailed Error en un solo trabajo de etiquetado. Para obtener el número total de 
trabajos de etiquetado que generaron error, use la estadística Sum.

Unidades: ninguna

Estadísticas válidas: Sum, Sample Count.

JobsSucceeded Se ha realizado correctamente un solo trabajo de etiquetado. Para 
obtener el número total de trabajos de etiquetado que se realizaron 
correctamente, use la estadística Sum.

Unidades: ninguna

Estadísticas válidas: Sum, Sample Count.

JobsStopped Se detuvo un solo trabajo de etiquetado. Para obtener el número total de 
trabajos de etiquetado que se detuvieron, use la estadística Sum.

Unidades: ninguna

Estadísticas válidas: Sum, Sample Count.
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Métrica Descripción

TasksAccepted Un trabajador aceptó una sola tarea. Para obtener el número total de 
tareas aceptadas por los trabajadores, use la estadística Sum. Ground 
Truth intenta entregar cada evento individual TaskAccepted  una vez. 
Si esta entrega no se realiza correctamente, es posible que esta métrica 
no muestre el número total de tareas aceptadas.

Unidades: ninguna

Estadísticas válidas: Sum, Sample Count.

TasksDeclined Un trabajador rechazó una sola tarea. Para obtener el número total de 
tareas rechazadas por los trabajadores, use la estadística Sum. Ground 
Truth intenta entregar cada evento individual TasksDeclined  una 
vez. Si esta entrega no se realiza correctamente, es posible que esta 
métrica no muestre el número total de tareas rechazadas.

Unidades: ninguna

Estadísticas válidas: Sum, Sample Count.

TasksReturned Se devolvió una sola tarea. Para obtener el número total de tareas 
devueltas, use la estadística Sum. Ground Truth intenta entregar cada 
evento individual TasksReturned  una vez. Si esta entrega no se 
realiza correctamente, es posible que esta métrica no muestre el número 
total de tareas devueltas.

Unidades: ninguna

Estadísticas válidas: Sum, Sample Count.
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Métrica Descripción

TasksSubmitted Un trabajador privado envió o completó una sola tarea. Para obtener el 
número total de tareas enviadas por los trabajadores, use la estadística 
Sum. Ground Truth intenta entregar cada evento individual TasksSubm 
itted  una vez. Si esta entrega no se realiza correctamente, es posible 
que esta métrica no muestre el número total de tareas enviadas.

Unidades: ninguna

Estadísticas válidas: Sum, Sample Count.

TimeSpent Tiempo empleado en una tarea completada por un trabajador privado. 
Esta métrica no incluye el tiempo en que un trabajador hizo una pausa 
o se tomó un descanso. Ground Truth intenta entregar cada evento
TimeSpent  una vez. Si esta entrega no se realiza correctamente, 
es posible que esta métrica no muestre la cantidad total de tiempo 
empleado.

Unidades: segundos

Estadísticas válidas: Sum, Sample Count.

TotalData 
setObject 
sLabeled

El número de objetos de conjunto de datos correctamente etiquetad 
os en un trabajo de etiquetado. Para ver el progreso del trabajo de 
etiquetado, use la métrica Max.

Unidades: ninguna

Estadísticas válidas: Max

Dimensions for Dataset Object Metrics (Dimensiones de métricas de objeto de conjunto de datos)

Dimensión Descripción

LabelingJobName Filtra métricas de recuento de objetos de conjunto de datos para un 
trabajo de etiquetado.
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Estadísticas de Amazon SageMaker Feature Store

Métricas de consumo del almacén de características

Métrica Descripción

ConsumedR 
eadReques 
tsUnits

El número de unidades de lectura consumidas durante el periodo 
de tiempo especificado. Puede recuperar las unidades de lectura 
consumidas para una operación de tiempo de ejecución del almacén de 
características y su grupo de características correspondiente.

Unidades: ninguna

Estadísticas válidas: todas.

ConsumedW 
riteReque 
stsUnits

El número de unidades de escritura consumidas durante el periodo 
de tiempo especificado. Puede recuperar las unidades de escritura 
consumidas para una operación de tiempo de ejecución del almacén de 
características y su grupo de características correspondiente.

Unidades: ninguna

Estadísticas válidas: todas.

ConsumedR 
eadCapaci 
tyUnits

El número de unidades de capacidad de lectura aprovisionadas 
consumidas durante el período de tiempo especificado. Puede recuperar 
las unidades de capacidad de lectura consumidas para una operación de 
tiempo de ejecución de feature store y su grupo de funciones correspon 
diente.

Unidades: ninguna

Estadísticas válidas: todas.

ConsumedW 
riteCapac 
ityUnits

El número de unidades de capacidad de escritura aprovisionadas 
consumidas durante el período de tiempo especificado. Puede recuperar 
las unidades de capacidad de escritura consumidas para una operación 
de tiempo de ejecución de feature store y su grupo de funciones 
correspondiente.
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Métrica Descripción

Unidades: ninguna

Estadísticas válidas: todas.

Dimensiones de las métricas de consumo del almacén de características

Dimensión Descripción

FeatureGr 
oupName ,
OperationName

Filtra las métricas de consumo de tiempo de ejecución del almacén 
de características del grupo de características y la operación que ha 
especificado.

Métricas operativas del almacén de características

Métrica Descripción

Invocations El número de solicitudes realizadas a las operaciones de tiempo de 
ejecución del almacén de características durante el periodo especificado.

Unidades: ninguna

Estadísticas válidas: suma

Operation 
4XXErrors

El número de solicitudes realizadas a las operaciones de tiempo de 
ejecución del almacén de características en las que la operación 
devolvió un código de respuesta HTTP 4xx. Para cada respuesta 4xx, se 
envía 1; de lo contrario, se envía 0.

Unidades: ninguna

Estadísticas válidas: Average, Sum

Operation 
5XXErrors

El número de solicitudes realizadas a las operaciones de tiempo de 
ejecución del almacén de características en las que la operación 
devolvió un código de respuesta HTTP 5xx. Para cada respuesta 5xx, se 
envía 1; de lo contrario, se envía 0.
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Métrica Descripción

Unidades: ninguna

Estadísticas válidas: Average, Sum

Throttled 
Requests

El número de solicitudes realizadas a las operaciones de tiempo de 
ejecución del almacén de características en las que se ha limitado la 
solicitud. Por cada solicitud limitada, se envía 1; de lo contrario, se 
envía 0.

Unidades: ninguna

Estadísticas válidas: Average, Sum

Latency El intervalo de tiempo para procesar las solicitudes realizadas a las 
operaciones de tiempo de ejecución del almacén de características. Este 
intervalo se mide desde el momento en que se SageMaker recibe la 
solicitud hasta que devuelve una respuesta al cliente.

Unidades: microsegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count, Percentil 
es.

Dimensiones de las métricas operativas del almacén de características

Dimensión Descripción

FeatureGr 
oupName ,
OperationName

Filtra las métricas operativas de tiempo de ejecución del almacén 
de características del grupo de características y la operación que ha 
especificado. Puede utilizar estas dimensiones para operaciones que no 
sean por lotes GetRecord, como PutRecord, y DeleteRecord.

OperationName Filtra las métricas operativas de tiempo de ejecución del almacén de 
características para la operación que ha especificado. Puede utilizar esta 
dimensión para operaciones por lotes como BatchGetRecord.
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SageMaker Métricas de tuberías

El espacio de nombres AWS/Sagemaker/ModelBuildingPipeline contiene las siguientes 
métricas para las ejecuciones de canalizaciones.

Hay dos categorías de métricas de ejecución de canalizaciones disponibles:

• Métricas de ejecución en todas las canalizaciones: métricas de ejecución de la canalización a nivel 
de cuenta (para todas las canalizaciones de la cuenta actual).

• Métricas de ejecución por canalización: métricas de ejecución de la canalización por canalización.

Las métricas están disponibles con una frecuencia de un minuto.

Métricas de ejecución de las canalizaciones

Métrica Descripción

Execution 
Started

El número de ejecuciones de la canalización que se iniciaron.

Unidades: recuento

Estadísticas válidas: Average, Sum

ExecutionFailed El número de ejecuciones de la canalización que produjeron un error.

Unidades: recuento

Estadísticas válidas: Average, Sum

Execution 
Succeeded

El número de ejecuciones de la canalización que se realizaron correctam 
ente.

Unidades: recuento

Estadísticas válidas: Average, Sum

Execution 
Stopped

El número de ejecuciones de la canalización que se detuvieron.

Unidades: recuento

Estadísticas válidas: Average, Sum
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Métrica Descripción

Execution 
Duration

La duración en milisegundos de la ejecución de la canalización.

Unidades: milisegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

Dimensiones de las métricas de ejecución por canalización

Dimensión Descripción

PipelineName Filtra las métricas de ejecución por canalización específica.

Métricas de los pasos de las canalizaciones

El espacio de nombres AWS/Sagemaker/ModelBuildingPipeline contiene las siguientes 
métricas para los pasos de la canalización.

Las métricas están disponibles con una frecuencia de un minuto.

Métrica Descripción

StepStarted Número de pasos que se iniciaron.

Unidades: recuento

Estadísticas válidas: Average, Sum

StepFailed Número de pasos que produjeron un error.

Unidades: recuento

Estadísticas válidas: Average, Sum

StepSucceeded Número de pasos que se realizaron correctamente.

Unidades: recuento

Métricas de canalizaciones 6423



Amazon SageMaker Guía para desarrolladores

Métrica Descripción

Estadísticas válidas: Average, Sum

StepStopped Número de pasos que se detuvieron.

Unidades: recuento

Estadísticas válidas: Average, Sum

StepDuration La duración en milisegundos de la ejecución del paso.

Unidades: milisegundos

Estadísticas válidas: Average, Sum, Min, Max, Sample Count.

Dimensiones de las métricas de los pasos de las canalizaciones

Dimensión Descripción

PipelineName ,
StepName

Filtra las métricas de pasos de una canalización y un paso específicos.

Registra SageMaker los eventos de Amazon con Amazon 
CloudWatch

Para ayudarle a depurar los trabajos de compilación, los trabajos de procesamiento, los trabajos 
de formación, los puntos finales, los trabajos de transformación, las instancias de cuadernos y las 
configuraciones del ciclo de vida de las instancias de cuadernos, todo lo que un contenedor de 
algoritmos, un contenedor de modelos o una configuración del ciclo de vida de una instancia de 
cuaderno envíe stdout o stderr se envíe también a Amazon CloudWatch Logs. Además de la 
depuración, puede usar este análisis de progreso.

Registros

En la siguiente tabla se enumeran todos los registros proporcionados por Amazon SageMaker.

Registros

Iniciar sesión con CloudWatch 6424



Amazon SageMaker Guía para desarrolladores

Nombre del grupo de 
registro

Nombre del flujo de registro

/aws/sagemaker/
CompilationJ 
obs

[compilation-job-name]

[production-variant-name]/[instance-id]

(Para puntos finales de inferencia asíncrona) [production-varian 
t-name]/[instance-id]/data-log

/aws/sagemaker/
Endpoints/[E 
ndpointName]

(Para canalizaciones de inferencia) [production-variant-
name]/[instance-id]/[container-name provided in 
SageMaker model]

/aws/sagemaker/
groundtruth/ 
WorkerActivity

aws/sagemaker/groundtruth/worker-activity/[re 
quester-AWS-Id]-[region]/[timestamp]

[inference-recommendations-job-name]/execution

[inference-recommendations-job-name]/Compilat 
ionJob/[compilation-job-name]

/aws/sagemaker/
InferenceRec 
ommendati 
onsJobs

[inference-recommendations-job-name]/Endpoint/
[endpoint-name]

/aws/sagemaker/
LabelingJobs

[labeling-job-name]

[notebook-instance-name]/[LifecycleConfigHook]/aws/sagemaker/
NotebookInst 
ances [notebook-instance-name]/jupyter.log

/aws/sagemaker/
ProcessingJobs

[processing-job-name]/[hostname]-[epoch_times 
tamp]
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Nombre del grupo de 
registro

Nombre del flujo de registro

[domain-id]/[user-profile-name]/[app-type]/[app-
name]

/aws/sagemaker/
studio

[domain-id]/domain-shared/rstudioserverpro/de 
fault

/aws/sagemaker/
TrainingJobs

[training-job-name]/algo-[instance-number-in- 
cluster]-[epoch_timestamp]

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]/data-log

/aws/sagemaker/
TransformJobs

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]/[container-name provided in SageMaker 
model] (For Inference Pipelines)

Note

1. El flujo de registros /aws/sagemaker/NotebookInstances/
[LifecycleConfigHook] se crea cuando crea una instancia de bloc de notas con una 
configuración de ciclo de vida. Para obtener más información, consulte Personalización de 
una instancia de cuaderno con un script de configuración del ciclo de vida.
2. Para las canalizaciones de inferencia, si no proporciona nombres de contenedor, la 
plataforma utiliza **contenedor-1, contenedor-2** etc., según el orden que se proporciona en 
el modelo de SageMaker.

Para obtener más información sobre el registro de eventos mediante el CloudWatch registro, 
consulte ¿Qué es Amazon CloudWatch Logs? en la Guía del CloudWatch usuario de Amazon.
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Registra las llamadas a SageMaker la API de Amazon con AWS 
CloudTrail

Amazon SageMaker está integrado con AWS CloudTrail un servicio que proporciona un 
registro de las acciones realizadas por un usuario, un rol o un AWS servicio en SageMaker. 
CloudTrail captura todas las llamadas a la API SageMaker, con la excepción de  InvokeEndpointy 
InvokeEndpointAsync, como eventos. Las llamadas capturadas incluyen llamadas desde la 
SageMaker consola y llamadas en código a las operaciones de la SageMaker API. Si crea una ruta, 
puede habilitar la entrega continua de CloudTrail eventos a un bucket de Amazon S3, incluidos 
los eventos para SageMaker. Si no configura una ruta, podrá ver los eventos más recientes en la 
CloudTrail consola, en el historial de eventos. Con la información recopilada por usted CloudTrail, 
puede determinar el destinatario de la solicitud SageMaker, la dirección IP desde la que se realizó la 
solicitud, quién la realizó, cuándo se realizó y detalles adicionales.

Para obtener más información CloudTrail, consulte la Guía AWS CloudTrail del usuario.

De forma predeterminada, los datos de registro se almacenan en CloudWatch los registros de forma 
indefinida. Sin embargo, puede configurar durante cuánto tiempo almacenar los datos de registro 
en un grupo de registros. Para obtener más información, consulte Cambiar la retención de datos de 
registro en CloudWatch los registros en la Guía del usuario de Amazon CloudWatch Logs.

SageMaker Información en CloudTrail

CloudTrail está habilitada en su AWS cuenta al crear la cuenta. Cuando se produce una actividad 
en Amazon SageMaker, esa actividad se registra en un CloudTrail evento junto con otros eventos 
de AWS servicio en el historial de eventos. Puede ver, buscar y descargar los últimos eventos de 
la cuenta de AWS. Para obtener más información, consulta Cómo ver eventos con el historial de 
CloudTrail eventos.

Para tener un registro continuo de los eventos de tu AWS cuenta, incluidos los eventos de Amazon 
SageMaker, crea una ruta. Un rastro permite CloudTrail entregar archivos de registro a un bucket de 
Amazon S3. De manera predeterminada, cuando se crea un registro de seguimiento en la consola, 
el registro de seguimiento se aplica a todas las regiones de AWS. El registro de seguimiento registra 
los eventos de todas las regiones de la partición de AWS y envía los archivos de registro al bucket de 
Amazon S3 especificado. También puede configurar otros servicios de AWS para analizar y actuar 
en función de los datos de eventos recopilados en los registros de CloudTrail . Para más información, 
consulte los siguientes temas:

Registra las llamadas a la SageMaker API con CloudTrail 6427

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_runtime_InvokeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_runtime_InvokeEndpointAsync.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_runtime_InvokeEndpointAsync.html
https://docs.aws.amazon.com/awscloudtrail/latest/userguide/
https://docs.aws.amazon.com/AmazonCloudWatch/latest/logs/Working-with-log-groups-and-streams.html#SettingLogRetention
https://docs.aws.amazon.com/AmazonCloudWatch/latest/logs/Working-with-log-groups-and-streams.html#SettingLogRetention
https://docs.aws.amazon.com/awscloudtrail/latest/userguide/view-cloudtrail-events.html
https://docs.aws.amazon.com/awscloudtrail/latest/userguide/view-cloudtrail-events.html


Amazon SageMaker Guía para desarrolladores

• Introducción a la creación de registros de seguimiento

• CloudTrail Integraciones y servicios compatibles

• Configuración de las notificaciones de Amazon SNS para CloudTrail

• Recibir archivos de CloudTrail registro de varias regiones y recibir archivos de CloudTrail registro 
de varias cuentas

Todas SageMaker las acciones, con la excepción de  InvokeEndpointy  InvokeEndpointAsync, 
se registran CloudTrail y se documentan en el Operations. Por ejemplo, las llamadas a
CreateEndpoint y CreateNotebookInstance las acciones generan entradas en los archivos de 
CloudTrail registro. CreateTrainingJob

Cada entrada de registro o evento contiene información sobre quién generó la solicitud. La 
información de identidad del usuario lo ayuda a determinar lo siguiente:

• Si la solicitud se realizó con las credenciales raíz o del usuario de IAM.

• Si la solicitud se realizó con credenciales de seguridad temporales de un rol o fue un usuario 
federado.

• Si la solicitud la realizó otro servicio de AWS.

Para obtener más información, consulte el Elemento userIdentity de CloudTrail .

Operaciones realizadas por Ajuste de modelo automático

SageMaker permite registrar eventos de servicios ajenos a la API en sus archivos de CloudTrail 
registro para realizar tareas de ajuste automático del modelo. Estos eventos están relacionados 
con sus trabajos de ajuste, pero no son el resultado directo de una solicitud de cliente a la API de 
AWS pública. Por ejemplo, cuando crea un trabajo de ajuste de hiperparámetros mediante una 
llamada CreateHyperParameterTuningJob, SageMaker crea trabajos de formación para evaluar 
diversas combinaciones de hiperparámetros y obtener el mejor resultado. Del mismo modo, al 
llamar a StopHyperParameterTuningJob para detener un trabajo de ajuste de hiperparámetros, 
SageMaker podría detener cualquiera de los trabajos de capacitación en ejecución asociados. Los 
eventos ajenos a la API relacionados con sus tareas de ajuste se registran CloudTrail para ayudarle 
a mejorar la gobernanza, el cumplimiento y la auditoría operativa y de riesgos de su cuenta. AWS

Las entradas de registro resultantes de eventos de servicio no generados por la API tienen un
eventType de AwsServiceEvent en lugar de AwsApiCall.
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Descripción de las entradas de los archivos de SageMaker registro

Un registro es una configuración que permite la entrega de eventos como archivos de registro 
a un bucket de S3 que usted especifique. CloudTrail Los archivos de registro contienen una o 
más entradas de registro. Un evento representa una solicitud única de cualquier fuente e incluye 
información sobre la acción solicitada, la fecha y la hora de la acción, los parámetros de la solicitud, 
etc. CloudTrail Los archivos de registro no son un registro ordenado de las llamadas a la API pública, 
por lo que no aparecen en ningún orden específico.

A continuación se muestra un ejemplo de una entrada de registro para la acción CreateEndpoint, 
que crea un punto de enlace para implementar un modelo de capacitación.

{ 
    "eventVersion":"1.05", 
    "userIdentity": { 
        "type":"IAMUser", 
        "principalId":"AIXDAYQEXAMPLEUMLYNGL", 
        "arn":"arn:aws:iam::123456789012:user/intern", 
        "accountId":"123456789012", 
        "accessKeyId":"ASXIAGXEXAMPLEQULKNXV", 
        "userName":"intern" 
    }, 
    "eventTime":"2018-01-02T13:39:06Z", 
    "eventSource":"sagemaker.amazonaws.com", 
    "eventName":"CreateEndpoint", 
    "awsRegion":"us-west-2", 
    "sourceIPAddress":"127.0.0.1", 
    "userAgent":"USER_AGENT", 
    "requestParameters": { 
        "endpointName":"ExampleEndpoint", 
        "endpointConfigName":"ExampleEndpointConfig" 
    }, 
    "responseElements": { 
        "endpointArn":"arn:aws:sagemaker:us-west-2:123456789012:endpoint/
exampleendpoint" 
    }, 
    "requestID":"6b1b42b9-EXAMPLE", 
    "eventID":"a6f85b21-EXAMPLE", 
    "eventType":"AwsApiCall", 
    "recipientAccountId":"444455556666"
}
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El siguiente ejemplo es una entrada de registro para la acción CreateModel, que crea uno o más 
contenedores para alijar un modelo de capacitación anterior.

{ 
    "eventVersion":"1.05", 
    "userIdentity": { 
        "type":"IAMUser", 
        "principalId":"AIXDAYQEXAMPLEUMLYNGL", 
        "arn":"arn:aws:iam::123456789012:user/intern", 
        "accountId":"123456789012", 
        "accessKeyId":"ASXIAGXEXAMPLEQULKNXV", 
        "userName":"intern" 
    }, 
    "eventTime":"2018-01-02T15:23:46Z", 
    "eventSource":"sagemaker.amazonaws.com", 
    "eventName":"CreateModel", 
    "awsRegion":"us-west-2", 
    "sourceIPAddress":"127.0.0.1", 
    "userAgent":"USER_AGENT", 
    "requestParameters": { 
        "modelName":"ExampleModel", 
        "primaryContainer": { 
            "image":"174872318107.dkr.ecr.us-west-2.amazonaws.com/kmeans:latest" 
        }, 
        "executionRoleArn":"arn:aws:iam::123456789012:role/EXAMPLEARN" 
    }, 
    "responseElements": { 
        "modelArn":"arn:aws:sagemaker:us-west-2:123456789012:model/
barkinghappy2018-01-02t15-23-32-275z-ivrdog" 
    }, 
    "requestID":"417b8dab-EXAMPLE", 
    "eventID":"0f2b3e81-EXAMPLE", 
    "eventType":"AwsApiCall", 
    "recipientAccountId":"444455556666"
}

Supervisión del acceso a los recursos de los usuarios desde 
Amazon SageMaker Studio Classic

Con Amazon SageMaker Studio Classic, puede supervisar el acceso a los recursos de los usuarios. 
Para ver la actividad de acceso a los recursos, puedes configurar AWS CloudTrail el monitoreo y 
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registro de las actividades de los usuarios siguiendo los pasos que se indican en Registrar llamadas 
a la SageMaker API de Amazon con AWS CloudTrail.

Sin embargo, los AWS CloudTrail registros de acceso a los recursos solo incluyen la función de IAM 
de ejecución de Studio Classic como identificador. Este nivel de registro es suficiente para auditar la 
actividad del usuario cuando cada perfil de usuario tiene un rol de ejecución distinta. Sin embargo, 
cuando varios perfiles de usuario comparten un solo rol de IAM de ejecución, no se puede obtener 
información sobre el usuario específico que accedió a los recursos AWS. 

Puede obtener información sobre qué usuario específico realizó una acción en un AWS CloudTrail 
registro cuando utilizó una función de ejecución compartida, utilizando la sourceIdentity
configuración para propagar el nombre del perfil de usuario de Studio Classic. Para obtener más 
información sobre la identidad de origen, consulte Supervisión y control de las acciones realizadas 
con roles asumidos.

Requisitos previos

• Instale y configure los AWS Command Line Interface siguientes pasos que se indican en
Instalación o actualización de la última versión del AWS CLI.

• Asegúrese de que los usuarios de Studio Classic de su dominio no tengan una política que les 
permita actualizar o modificar el dominio. 

• Para activar o desactivar la sourceIdentity propagación, todas las aplicaciones del dominio 
deben estar en el estado Stopped o Deleted. Para obtener más información sobre cómo detener 
y cerrar aplicaciones, consulta Cerrar y actualizar aplicaciones de Studio Classic.

• Todos los roles de ejecución deben tener los siguientes permisos de política de confianza: 

• Cualquier función que asuma la función de ejecución del dominio debe tener el
sts:SetSourceIdentity permiso de la política de confianza que se indica a continuación.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": [ 
                "sts:AssumeRole", 
                "sts:SetSourceIdentity" 
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            ] 
        } 
    ]
}

• Cuando asuma un rol con otro rol, lo que se denomina encadenamiento de roles, haga lo 
siguiente:

• Se requieren permisos para sts:SetSourceIdentity tanto en la política de permisos de la 
entidad principal que está asumiendo el rol como en la política de confianza de rol del rol de 
destino. De lo contrario, la operación de rol asumido no se llevará a cabo correctamente.

• Este encadenamiento de roles se puede producir en Studio Classic o en cualquier otro servicio 
derivado, como Amazon EMR. Para obtener más información sobre encadenamiento de roles, 
consulte Términos y conceptos de roles.

Consideraciones sobre el uso de sourceIdentity

Cuando realizas llamadas a la AWS API desde cuadernos de Studio Classic, SageMaker Canvas o 
Amazon SageMaker Data Wrangler, solo sourceIdentity se graba CloudTrail si esas llamadas se 
realizan mediante la sesión del rol de ejecución de Studio Classic o cualquier rol encadenado de esa 
sesión.

Cuando estas llamadas a la API invocan otros servicios para realizar operaciones adicionales, el
sourceIdentity registro depende de la implementación específica de los servicios invocados.

• Amazon SageMaker Training, Processing and Pipeline: cuando creas un trabajo con estas 
funciones, las API de creación de trabajos no pueden ingerir lo sourceIdentity que existe 
en la sesión. Como resultado, las llamadas a la AWS API realizadas desde estos trabajos no se 
registran sourceIdentity en CloudTrail los registros.

• Amazon EMR: al conectarse a Amazon EMR desde Studio Classic mediante roles de 
tiempo de ejecución, los administradores deben configurar el campo de forma explícita. 
PropagateSourceIdentity  Esto garantiza que Amazon EMR aplique las credenciales
sourceIdentity de llamada a una sesión de trabajo o consulta. A continuación,
sourceIdentity se registra en CloudTrail los registros.

Note

Se aplican las siguientes excepciones al utilizar sourceIdentity.
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• AWSLas llamadas a la API realizadas desde espacios SageMaker compartidos no se 
registran sourceIdentity en CloudTrail los registros.

• Si las llamadas a la AWS API se realizan desde sesiones creadas por los usuarios u otros 
servicios y las sesiones no se basan en la sesión de la función de ejecución de Studio 
Classic, no sourceIdentity se registran en CloudTrail los registros.

Activar sourceIdentity

La posibilidad de propagar el nombre del perfil de usuario como sourceIdentity en Studio Classic 
está desactivada de forma predeterminada.

Para habilitar la posibilidad de propagar el nombre del perfil de usuario como el sourceIdentity, 
utilice el AWS CLI durante la creación y actualización del dominio. Esta característica está habilitada 
a nivel de dominio y no a nivel de perfil de usuario.

Tras habilitar esta configuración, los administradores pueden ver el perfil de usuario en el registro 
AWS CloudTrail del servicio al que se ha accedido. El perfil de usuario se proporciona como valor
sourceIdentity en la sección userIdentity. Para obtener más información sobre el uso de 
AWS CloudTrail registros con SageMaker, consulte Registrar llamadas a la SageMaker API de 
Amazon con AWS CloudTrail.

Puede usar el siguiente código para permitir la propagación del nombre del perfil de usuario como el 
que aparece sourceIdentity durante la creación del dominio mediante la API create-domain.

create-domain
--domain-name <value>
--auth-mode <value>
--default-user-settings <value>
--subnet-ids <value>
--vpc-id <value>
[--tags <value>]
[--app-network-access-type <value>]
[--home-efs-file-system-kms-key-id <value>]
[--kms-key-id <value>]
[--app-security-group-management <value>]
[--domain-settings "ExecutionRoleIdentityConfig=USER_PROFILE_NAME"]
[--cli-input-json <value>]
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[--generate-cli-skeleton <value>]

Puede habilitar la propagación del nombre de perfil de usuario como sourceIdentity durante la 
actualización de dominio con la API update-domain.

Para actualizar esta configuración, todas las aplicaciones del dominio deben estar en el estado
Stopped o Deleted. Para obtener más información sobre cómo detener y cerrar aplicaciones, 
consulte Apagar y actualizar las aplicaciones clásicas de Studio.

Utilice el siguiente código para permitir la propagación del nombre del perfil de usuario como
sourceIdentity.

update-domain
--domain-id <value>
[--default-user-settings <value>]
[--domain-settings-for-update "ExecutionRoleIdentityConfig=USER_PROFILE_NAME"]
[--cli-input-json <value>]
[--generate-cli-skeleton <value>]

Desactivar sourceIdentity

También puede desactivar la propagación del nombre del perfil de usuario sourceIdentity
mediante el AWS CLI. Esto ocurre durante la actualización del dominio al pasar el valor
ExecutionRoleIdentityConfig=DISABLED del parámetro --domain-settings-for-
update como parte de la llamada a la API update-domain.

En el AWS CLI, utilice el siguiente código para deshabilitar la propagación del nombre del perfil de 
usuario como sourceIdentity.

update-domain 
 --domain-id <value>
[--default-user-settings <value>]
[--domain-settings-for-update "ExecutionRoleIdentityConfig=DISABLED"]
[--cli-input-json <value>]
[--generate-cli-skeleton <value>]
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Automatizar Amazon SageMaker con Amazon EventBridge

Amazon EventBridge supervisa los cambios de estado en Amazon SageMaker. EventBridge le 
permite automatizar SageMaker y responder automáticamente a eventos como un cambio en el 
estado de un trabajo de formación o un cambio en el estado de un punto final. Los eventos de 
SageMaker se envían EventBridge prácticamente en tiempo real. Puede crear reglas sencillas para 
indicar qué eventos le resultan de interés, así como qué acciones automatizadas se van a realizar 
cuando un evento cumple una de las reglas. Para ver un ejemplo de cómo crear una regla, consulte
Programa una canalización con Amazon EventBridge.

Note

SageMaker puede enviar varios eventos a EventBridge cada cambio de estado. Este 
comportamiento es de esperar y no indica necesariamente un error.

Algunos ejemplos de acciones que se pueden activar automáticamente incluyen los siguientes:

• Invocar una función de AWS Lambda

• Invocar Ejecutar comando de Amazon EC2

• Desviar el evento a Amazon Kinesis Data Streams

• Activar una máquina de estado de AWS Step Functions

• Notificar un tema de Amazon SNS o una cola de AWS SMS

SageMaker eventos monitoreados por EventBridge

• SageMaker cambio de estado del modelo

• Cambio del estado del trabajo de entrenamiento

• Cambio del estado del trabajo de ajuste de hiperparámetros

• Cambio del estado del trabajo de transformación

• Cambio de estado del punto de conexión

• Cambio de estado del grupo de características

• Cambio de estado del paquete de modelos

• Cambio de estado de ejecución de la canalización

• Cambio de estado del paso de la canalización
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• Procesando el cambio de estado de la tarea

• SageMaker cambio de estado de la imagen

• SageMaker cambio de estado de la versión de la imagen

• Cambio de estado de implementación del punto de conexión

• Cambio de estado de tarjetas de modelos

SageMaker cambio de estado del modelo

Indica un cambio en el estado de un SageMaker modelo. El estado cambia cuando se crea o se 
borra un SageMaker modelo.

{
"source": ["aws.sagemaker"],
"detail-type": ["SageMaker Model State Change"]
"Resources" : ["arn:aws:sagemaker:us-east-1:123456789012:model/model-name"]
}       

Si se especifica un modelo enResources, se generará un evento y se enviará a EventBridge él 
cuando cambie el estado de este modelo. Si no especificas un valor paraResources, se generará 
un evento cuando cambie el estado de alguno de los SageMaker modelos asociados a tu cuenta.

Cambio del estado del trabajo de entrenamiento

Indica un cambio en el estado de un trabajo de SageMaker formación.

Si el valor de TrainingJobStatus es Failed, el evento contiene el campo FailureReason, que 
proporciona una descripción de por qué falló el trabajo de entrenamiento.

{ 
    "version": "0", 
    "id": "844e2571-85d4-695f-b930-0153b71dcb42", 
    "detail-type": "SageMaker Training Job State Change", 
    "source": "aws.sagemaker", 
    "account": "123456789012", 
    "time": "2018-10-06T12:26:13Z", 
    "region": "us-east-1", 
    "resources": [ 
        "arn:aws:sagemaker:us-east-1:123456789012:training-job/kmeans-1" 
    ], 
    "detail": { 
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        "TrainingJobName": "89c96cc8-dded-4739-afcc-6f1dc936701d", 
        "TrainingJobArn": "arn:aws:sagemaker:us-east-1:123456789012:training-job/
kmeans-1", 
        "TrainingJobStatus": "Completed", 
        "SecondaryStatus": "Completed", 
        "HyperParameters": { 
            "Hyper": "Parameters" 
        }, 
        "AlgorithmSpecification": { 
            "TrainingImage": "TrainingImage", 
            "TrainingInputMode": "TrainingInputMode" 
        }, 
        "RoleArn": "arn:aws:iam::123456789012:role/SMRole", 
        "InputDataConfig": [ 
            { 
                "ChannelName": "Train", 
                "DataSource": { 
                    "S3DataSource": { 
                        "S3DataType": "S3DataType", 
                        "S3Uri": "S3Uri", 
                        "S3DataDistributionType": "S3DataDistributionType" 
                    } 
                }, 
                "ContentType": "ContentType", 
                "CompressionType": "CompressionType", 
                "RecordWrapperType": "RecordWrapperType" 
            } 
        ], 
        "OutputDataConfig": { 
            "KmsKeyId": "KmsKeyId", 
            "S3OutputPath": "S3OutputPath" 
        }, 
        "ResourceConfig": { 
            "InstanceType": "InstanceType", 
            "InstanceCount": 3, 
            "VolumeSizeInGB": 20, 
            "VolumeKmsKeyId": "VolumeKmsKeyId" 
        }, 
        "VpcConfig": { 

        }, 
        "StoppingCondition": { 
            "MaxRuntimeInSeconds": 60 
        }, 
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        "CreationTime": "1583831889050", 
        "TrainingStartTime": "1583831889050", 
        "TrainingEndTime": "1583831889050", 
        "LastModifiedTime": "1583831889050", 
        "SecondaryStatusTransitions": [ 

        ], 
        "Tags": { 

        } 
    }
}

Cambio del estado del trabajo de ajuste de hiperparámetros

Indica un cambio en el estado de un trabajo de ajuste de SageMaker hiperparámetros.

{ 
  "version": "0", 
  "id": "844e2571-85d4-695f-b930-0153b71dcb42", 
  "detail-type": "SageMaker HyperParameter Tuning Job State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2018-10-06T12:26:13Z", 
  "region": "us-east-1", 
  "resources": [ 
    "arn:aws:sagemaker:us-east-1:123456789012:tuningJob/x" 
  ], 
  "detail": { 
    "HyperParameterTuningJobName": "016bffd3-6d71-4d3a-9710-0a332b2759fc", 
    "HyperParameterTuningJobArn": "arn:aws:sagemaker:us-east-1:123456789012:tuningJob/
x", 
    "TrainingJobDefinition": { 
      "StaticHyperParameters": {}, 
      "AlgorithmSpecification": { 
        "TrainingImage": "trainingImageName", 
        "TrainingInputMode": "inputModeFile", 
        "MetricDefinitions": [ 
          { 
            "Name": "metricName", 
            "Regex": "regex" 
          } 
        ] 
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      }, 
      "RoleArn": "roleArn", 
      "InputDataConfig": [ 
        { 
          "ChannelName": "channelName", 
          "DataSource": { 
            "S3DataSource": { 
              "S3DataType": "s3DataType", 
              "S3Uri": "s3Uri", 
              "S3DataDistributionType": "s3DistributionType" 
            } 
          }, 
          "ContentType": "contentType", 
          "CompressionType": "gz", 
          "RecordWrapperType": "RecordWrapper" 
        } 
      ], 
      "VpcConfig": { 
        "SecurityGroupIds": [ 
          "securityGroupIds" 
        ], 
        "Subnets": [ 
          "subnets" 
        ] 
      }, 
      "OutputDataConfig": { 
        "KmsKeyId": "kmsKeyId", 
        "S3OutputPath": "s3OutputPath" 
      }, 
      "ResourceConfig": { 
        "InstanceType": "instanceType", 
        "InstanceCount": 10, 
        "VolumeSizeInGB": 500, 
        "VolumeKmsKeyId": "volumeKeyId" 
      }, 
      "StoppingCondition": { 
        "MaxRuntimeInSeconds": 3600 
      } 
    }, 
    "HyperParameterTuningJobStatus": "status", 
    "CreationTime": "1583831889050", 
    "LastModifiedTime": "1583831889050", 
    "TrainingJobStatusCounters": { 
      "Completed": 1, 
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      "InProgress": 0, 
      "RetryableError": 0, 
      "NonRetryableError": 0, 
      "Stopped": 0 
    }, 
    "ObjectiveStatusCounters": { 
      "Succeeded": 1, 
      "Pending": 0, 
      "Failed": 0 
    }, 
    "Tags": {} 
  }
}

Cambio del estado del trabajo de transformación

Indica un cambio en el estado de un trabajo de transformación SageMaker por lotes.

Si el valor de TransformJobStatus es Failed, el evento contiene el campo FailureReason, 
que proporciona una descripción de por qué falló el trabajo de entrenamiento.

{ 
  "version": "0", 
  "id": "844e2571-85d4-695f-b930-0153b71dcb42", 
  "detail-type": "SageMaker Transform Job State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2018-10-06T12:26:13Z", 
  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-east-1:123456789012:transform-job/myjob"], 
  "detail": { 
    "TransformJobName": "4b52bd8f-e034-4345-818d-884bdd7c9724", 
    "TransformJobArn": "arn:aws:sagemaker:us-east-1:123456789012:transform-job/myjob", 
    "TransformJobStatus": "another status... GO", 
    "FailureReason": "failed why 1", 
    "ModelName": "i am a beautiful model", 
    "MaxConcurrentTransforms": 5, 
    "MaxPayloadInMB": 10, 
    "BatchStrategy": "Strategizing...", 
    "Environment": { 
      "environment1": "environment2" 
    }, 
    "TransformInput": { 
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      "DataSource": { 
        "S3DataSource": { 
          "S3DataType": "s3DataType", 
          "S3Uri": "s3Uri" 
        } 
      }, 
      "ContentType": "content type", 
      "CompressionType": "compression type", 
      "SplitType": "split type" 
    }, 
    "TransformOutput": { 
      "S3OutputPath": "s3Uri", 
      "Accept": "accept", 
      "AssembleWith": "assemblyType", 
      "KmsKeyId": "kmsKeyId" 
    }, 
    "TransformResources": { 
      "InstanceType": "instanceType", 
      "InstanceCount": 3 
    }, 
    "CreationTime": "2018-10-06T12:26:13Z", 
    "TransformStartTime": "2018-10-06T12:26:13Z", 
    "TransformEndTime": "2018-10-06T12:26:13Z", 
    "Tags": {} 
  }
}

Cambio de estado del punto de conexión

Indica un cambio en el estado de un punto final de inferencia en tiempo real SageMaker alojado.

A continuación se muestra un evento con un punto de conexión en el estado IN_SERVICE.

{ 
  "version": "0", 
  "id": "d2921b5a-b0ad-cace-a8e3-0f159d018e06", 
  "detail-type": "SageMaker Endpoint State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "1583831889050", 
  "region": "us-west-2", 
  "resources": [ 
      "arn:aws:sagemaker:us-west-2:123456789012:endpoint/myendpoint" 

Cambio de estado del punto de conexión 6441



Amazon SageMaker Guía para desarrolladores

  ], 
  "detail": { 
      "EndpointName": "MyEndpoint", 
      "EndpointArn": "arn:aws:sagemaker:us-west-2:123456789012:endpoint/myendpoint", 
      "EndpointConfigName": "MyEndpointConfig", 
      "ProductionVariants": [ 
          { 
              "DesiredWeight": 1.0, 
              "DesiredInstanceCount": 1.0 
          } 
      ], 
      "EndpointStatus": "IN_SERVICE", 
      "CreationTime": 1592411992203.0, 
      "LastModifiedTime": 1592411994287.0, 
      "Tags": { 

      } 
  }
}

Cambio de estado del grupo de características

Indica un cambio en un grupo OfflineStoreStatus de SageMaker características
FeatureGroupStatus o en él.

{ 
  "version": "0", 
  "id": "93201303-abdb-36a4-1b9b-4c1c3e3671c0", 
  "detail-type": "SageMaker Feature Group State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-01-26T01:22:01Z", 
  "region": "us-east-1", 
  "resources": [ 
    "arn:aws:sagemaker:us-east-1:123456789012:feature-group/sample-feature-group" 
  ], 
  "detail": { 
    "FeatureGroupArn": "arn:aws:sagemaker:us-east-1:123456789012:feature-group/sample-
feature-group", 
    "FeatureGroupName": "sample-feature-group", 
    "RecordIdentifierFeatureName": "RecordIdentifier", 
    "EventTimeFeatureName": "EventTime", 
    "FeatureDefinitions": [ 
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      { 
        "FeatureName": "RecordIdentifier", 
        "FeatureType": "Integral" 
      }, 
      { 
        "FeatureName": "EventTime", 
        "FeatureType": "Fractional" 
      } 
    ], 
    "CreationTime": 1611624059000, 
    "OnlineStoreConfig": { 
      "EnableOnlineStore": true 
    }, 
    "OfflineStoreConfig": { 
      "S3StorageConfig": { 
        "S3Uri": "s3://offline/s3/uri" 
      }, 
      "DisableGlueTableCreation": false, 
      "DataCatalogConfig": { 
        "TableName": "sample-feature-group-1611624059", 
        "Catalog": "AwsDataCatalog", 
        "Database": "sagemaker_featurestore" 
      } 
    }, 
    "RoleArn": "arn:aws:iam::123456789012:role/SageMakerRole", 
    "FeatureGroupStatus": "Active", 
    "Tags": {} 
  }
}

Cambio de estado del paquete de modelos

Indica un cambio en el estado de un paquete de SageMaker modelos.

{ 
  "version": "0", 
  "id": "844e2571-85d4-695f-b930-0153b71dcb42", 
  "detail-type": "SageMaker Model Package State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-02-24T17:00:14Z", 
  "region": "us-east-2", 
  "resources": [ 
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    "arn:aws:sagemaker:us-east-2:123456789012:model-package/versionedmp-p-
idy6c3e1fiqj/2" 
  ], 
  "source": [ 
    "aws.sagemaker" 
  ], 
  "detail": { 
    "ModelPackageGroupName": "versionedmp-p-idy6c3e1fiqj", 
    "ModelPackageVersion": 2, 
    "ModelPackageArn": "arn:aws:sagemaker:us-east-2:123456789012:model-package/
versionedmp-p-idy6c3e1fiqj/2", 
    "CreationTime": "2021-02-24T17:00:14Z", 
    "InferenceSpecification": { 
      "Containers": [ 
        { 
          "Image": "257758044811.dkr.ecr.us-east-2.amazonaws.com/sagemaker-
xgboost:1.0-1-cpu-py3", 
          "ImageDigest": 
 "sha256:4dc8a7e4a010a19bb9e0a6b063f355393f6e623603361bd8b105f554d4f0c004", 
          "ModelDataUrl": "s3://sagemaker-project-p-idy6c3e1fiqj/versionedmp-p-
idy6c3e1fiqj/AbaloneTrain/pipelines-4r83jejmhorv-TrainAbaloneModel-xw869y8C4a/output/
model.tar.gz" 
        } 
      ], 
      "SupportedContentTypes": [ 
        "text/csv" 
      ], 
      "SupportedResponseMIMETypes": [ 
        "text/csv" 
      ] 
    }, 
    "ModelPackageStatus": "Completed", 
    "ModelPackageStatusDetails": { 
      "ValidationStatuses": [], 
      "ImageScanStatuses": [] 
    }, 
    "CertifyForMarketplace": false, 
    "ModelApprovalStatus": "Rejected", 
    "MetadataProperties": { 
      "GeneratedBy": "arn:aws:sagemaker:us-east-2:123456789012:pipeline/versionedmp-p-
idy6c3e1fiqj/execution/4r83jejmhorv" 
    }, 
    "ModelMetrics": { 
      "ModelQuality": { 
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        "Statistics": { 
          "ContentType": "application/json", 
          "S3Uri": "s3://sagemaker-project-p-idy6c3e1fiqj/versionedmp-p-idy6c3e1fiqj/
script-2021-02-24-10-55-15-413/output/evaluation/evaluation.json" 
        } 
      } 
    }, 
    "LastModifiedTime": "2021-02-24T17:00:14Z" 
  }
}

Cambio de estado de ejecución de la canalización

Indica un cambio en el estado de la ejecución de una SageMaker canalización.

currentPipelineExecutionStatus y previousPipelineExecutionStatus pueden tener 
uno de los siguientes valores:

• Executing

• Succeeded

• Con error

• Deteniendo

• Stopped (Detenido)

{ 
  "version": "0", 
  "id": "315c1398-40ff-a850-213b-158f73kd93ir", 
  "detail-type": "SageMaker Model Building Pipeline Execution Status Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-03-15T16:10:11Z", 
  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123", 
 "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123/execution/
p4jn9xou8a8s"], 
  "detail": { 
    "pipelineExecutionDisplayName": "SomeDisplayName", 
    "currentPipelineExecutionStatus": "Succeeded", 
    "previousPipelineExecutionStatus": "Executing", 
    "executionStartTime": "2021-03-15T16:03:13Z", 
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    "executionEndTime": "2021-03-15T16:10:10Z", 
    "pipelineExecutionDescription": "SomeDescription", 
    "pipelineArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123", 
    "pipelineExecutionArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/
myPipeline-123/execution/p4jn9xou8a8s" 
  }
}

Cambio de estado del paso de la canalización

Indica un cambio en el estado de un paso de la SageMaker canalización.

Si se produce un acceso a la memoria caché, el evento contiene el campo cacheHitResult.
currentStepStatus y previousStepStatus pueden tener uno de los siguientes valores:

• Iniciando

• Executing

• Succeeded

• Con error

• Deteniendo

• Stopped (Detenido)

Si el valor de currentStepStatus es Failed, el evento contiene el campo failureReason, que 
proporciona una descripción de por qué el paso produjo un error.

{ 
  "version": "0", 
  "id": "ea37ccbb-5e2b-05e9-4073-1daazc940304", 
  "detail-type": "SageMaker Model Building Pipeline Execution Step Status Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-03-15T16:10:10Z", 
  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123", 
 "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123/execution/
p4jn9xou8a8s"], 
  "detail": { 
    "metadata": { 
      "processingJob": { 
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        "arn": "arn:aws:sagemaker:us-east-1:123456789012:processing-job/pipelines-
p4jn9xou8a8s-myprocessingstep1-tmgxry49ug" 
      } 
    }, 
    "stepStartTime": "2021-03-15T16:03:14Z", 
    "stepEndTime": "2021-03-15T16:10:09Z", 
    "stepName": "myprocessingstep1", 
    "stepType": "Processing", 
    "previousStepStatus": "Executing", 
    "currentStepStatus": "Succeeded", 
    "pipelineArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123", 
    "pipelineExecutionArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/
myPipeline-123/execution/p4jn9xou8a8s" 
  }
}

Procesando el cambio de estado de la tarea

Indica un cambio en el estado de un trabajo de SageMaker procesamiento.

El siguiente ejemplo de evento corresponde a un trabajo de procesamiento fallido, donde el
ProcessingJobStatus valor esFailed.

{ 
  "version": "0", 
  "id": "0a15f67d-aa23-0123-0123-01a23w89r01t", 
  "detail-type": "SageMaker Processing Job State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2019-05-31T21:49:54Z", 
  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-west-2:037210630506:processing-job/integ-test-
analytics-algo-54ee3282-5899-4aa3-afc2-7ce1d02"], 
  "detail": { 
    "ProcessingInputs": [{ 
      "InputName": "InputName", 
      "S3Input": { 
        "S3Uri": "s3://input/s3/uri", 
        "LocalPath": "/opt/ml/processing/input/local/path", 
        "S3DataType": "MANIFEST_FILE", 
        "S3InputMode": "PIPE", 
        "S3DataDistributionType": "FULLYREPLICATED" 
      } 
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    }], 
    "ProcessingOutputConfig": { 
      "Outputs": [{ 
        "OutputName": "OutputName", 
        "S3Output": { 
          "S3Uri": "s3://output/s3/uri", 
          "LocalPath": "/opt/ml/processing/output/local/path", 
          "S3UploadMode": "CONTINUOUS" 
        } 
      }], 
      "KmsKeyId": "KmsKeyId" 
    }, 
    "ProcessingJobName": "integ-test-analytics-algo-54ee3282-5899-4aa3-afc2-7ce1d02", 
    "ProcessingResources": { 
      "ClusterConfig": { 
        "InstanceCount": 3, 
        "InstanceType": "ml.c5.xlarge", 
        "VolumeSizeInGB": 5, 
        "VolumeKmsKeyId": "VolumeKmsKeyId" 
      } 
    }, 
    "StoppingCondition": { 
      "MaxRuntimeInSeconds": 2000 
    }, 
    "AppSpecification": { 
      "ImageUri": "012345678901.dkr.ecr.us-west-2.amazonaws.com/processing-uri:latest" 
    }, 
    "NetworkConfig": { 
      "EnableInterContainerTrafficEncryption": true, 
      "EnableNetworkIsolation": false, 
      "VpcConfig": { 
        "SecurityGroupIds": ["SecurityGroupId1", "SecurityGroupId2", 
 "SecurityGroupId3"], 
        "Subnets": ["Subnet1", "Subnet2"] 
      } 
    }, 
    "RoleArn": "arn:aws:iam::037210630506:role/SageMakerPowerUser", 
    "ExperimentConfig": {}, 
    "ProcessingJobArn": "arn:aws:sagemaker:us-west-2:037210630506:processing-job/integ-
test-analytics-algo-54ee3282-5899-4aa3-afc2-7ce1d02", 
    "ProcessingJobStatus":"Failed", 
    "FailureReason":"InternalServerError: We encountered an internal error.  Please try 
 again.", 
    "ProcessingEndTime":1704320746000, 
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    "ProcessingStartTime":1704320734000, 
    "LastModifiedTime":1704320746000, 
    "CreationTime":1704320199000 
  }
}

SageMaker cambio de estado de la imagen

Indica un cambio en el estado de una SageMaker imagen.

{ 
  "version": "0", 
  "id": "cee033a3-17d8-49f8-865f-b9ebf485d9ee", 
  "detail-type": "SageMaker Image State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-04-29T01:29:59Z", 
  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-west-2:123456789012:image/
cee033a3-17d8-49f8-865f-b9ebf485d9ee"], 
  "detail": { 
    "ImageName": "cee033a3-17d8-49f8-865f-b9ebf485d9ee", 
    "ImageArn": "arn:aws:sagemaker:us-west-2:123456789012:image/
cee033a3-17d8-49f8-865f-b9ebf485d9ee", 
    "ImageStatus": "Creating", 
    "Version": 1.0, 
    "Tags": {} 
  }
}

SageMaker cambio de estado de la versión de la imagen

Indica un cambio en el estado de una versión de SageMaker imagen.

{ 
  "version": "0", 
  "id": "07fc4615-ebd7-15fc-1746-243411f09f04", 
  "detail-type": "SageMaker Image Version State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-04-29T01:29:59Z", 
  "region": "us-east-1", 

SageMaker cambio de estado de la imagen 6449



Amazon SageMaker Guía para desarrolladores

  "resources": ["arn:aws:sagemaker:us-west-2:123456789012:image-
version/07800032-2d29-48b7-8f82-5129225b2a85"], 
  "detail": { 
    "ImageArn": "arn:aws:sagemaker:us-west-2:123456789012:image/a70ff896-c832-4fe8-
add6-eba25a0f43e6", 
    "ImageVersionArn": "arn:aws:sagemaker:us-west-2:123456789012:image-
version/07800032-2d29-48b7-8f82-5129225b2a85", 
    "ImageVersionStatus": "Creating", 
    "Version": 1.0, 
    "Tags": {} 
  }
}

Para obtener más información sobre los valores de estado y sus significados para las SageMaker 
tareas, los puntos finales y las canalizaciones, consulte los siguientes enlaces:

• AlgorithmStatus

• EndpointStatus

• FeatureGroupStatus

• HyperParameterTuningJobStatus

• LabelingJobStatus

• ModelPackageStatus

• NotebookInstanceStatus

• PipelineExecutionStatus

• StepStatus

• ProcessingJobStatus

• TrainingJobStatus

• TransformJobStatus

Para obtener más información, consulta la Guía del EventBridge usuario de Amazon.
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Cambio de estado de implementación del punto de conexión

Important

Es posible que los siguientes ejemplos no se apliquen a todos los puntos de conexión. Para 
obtener una lista de las características que podrían excluir su punto de conexión, consulte la 
página Exclusiones.

Indica un cambio de estado para la implementación de un punto de conexión. En el siguiente 
ejemplo, se muestra una actualización de un punto de conexión con una implementación de valores 
controlados azul/verde.

{ 
    "version": "0", 
    "id": "0bd4a141-0a02-9d8a-f977-3924c3fb259c", 
    "detail-type": "SageMaker Endpoint Deployment State Change", 
    "source": "aws.sagemaker", 
    "account": "123456789012", 
    "time": "2021-10-25T01:52:12Z", 
    "region": "us-west-2", 
    "resources": [ 
        "arn:aws:sagemaker:us-west-2:651393343886:endpoint/sample-endpoint" 
    ], 
    "detail": { 
        "EndpointName": "sample-endpoint", 
        "EndpointArn": "arn:aws:sagemaker:us-west-2:651393343886:endpoint/sample-
endpoint", 
        "EndpointConfigName": "sample-endpoint-config-1", 
        "ProductionVariants": [ 
            { 
                "VariantName": "AllTraffic", 
                "CurrentWeight": 1, 
                "DesiredWeight": 1, 
                "CurrentInstanceCount": 3, 
                "DesiredInstanceCount": 3 
            } 
        ], 
        "EndpointStatus": "UPDATING", 
        "CreationTime": 1635195148181, 
        "LastModifiedTime": 1635195148181, 
        "Tags": {}, 
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        "PendingDeploymentSummary": { 
            "EndpointConfigName": "sample-endpoint-config-2", 
            "StartTime": Timestamp, 
            "ProductionVariants": [ 
                { 
                    "VariantName": "AllTraffic", 
                    "CurrentWeight": 1, 
                    "DesiredWeight": 1, 
                    "CurrentInstanceCount": 1, 
                    "DesiredInstanceCount": 3, 
                    "VariantStatus": [ 
                        { 
                            "Status": "Baking", 
                            "StatusMessage": "Baking for 600 seconds 
 (TerminationWaitInSeconds) with traffic enabled on canary capacity of 1 instance(s).", 
                            "StartTime": 1635195269181, 
                        } 
                    ] 
                } 
            ] 
        } 
    }
}

El siguiente ejemplo indica un cambio de estado para una implementación de punto de conexión, que 
se está actualizando con una nueva capacidad en una configuración de punto de conexión existente.

{ 
    "version": "0", 
    "id": "0bd4a141-0a02-9d8a-f977-3924c3fb259c", 
    "detail-type": "SageMaker Endpoint Deployment State Change", 
    "source": "aws.sagemaker", 
    "account": "123456789012", 
    "time": "2021-10-25T01:52:12Z", 
    "region": "us-west-2", 
    "resources": [ 
        "arn:aws:sagemaker:us-west-2:651393343886:endpoint/sample-endpoint" 
    ], 
    "detail": { 
        "EndpointName": "sample-endpoint", 
        "EndpointArn": "arn:aws:sagemaker:us-west-2:651393343886:endpoint/sample-
endpoint", 
        "EndpointConfigName": "sample-endpoint-config-1", 
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        "ProductionVariants": [ 
            { 
                "VariantName": "AllTraffic", 
                "CurrentWeight": 1, 
                "DesiredWeight": 1, 
                "CurrentInstanceCount": 3, 
                "DesiredInstanceCount": 6, 
                "VariantStatus": [ 
                    { 
                        "Status": "Updating", 
                        "StatusMessage": "Scaling out desired instance count to 6.", 
                        "StartTime": 1635195269181, 
                    } 
                ] 
            } 
        ], 
        "EndpointStatus": "UPDATING", 
        "CreationTime": 1635195148181, 
        "LastModifiedTime": 1635195148181, 
        "Tags": {}, 
    }

Los siguientes estados de implementación secundarios también están disponibles para los puntos de 
conexión (que se encuentran en el objeto VariantStatus).

• Creating: creación de instancias para la variante de producción.

Mensaje de ejemplo: "Launching X instance(s)."

• Deleting: terminación de instancias para la variante de producción.

Mensaje de ejemplo: "Terminating X instance(s)."

• Updating: actualización de la capacidad para la variante de producción.

Mensajes de ejemplo: "Launching X instance(s).", "Scaling out desired instance 
count to X."

• ActivatingTraffic: activación del tráfico para la variante de producción.

Mensaje de ejemplo: "Activating traffic on canary capacity of X instance(s)."

• Baking: período de espera para monitorear las CloudWatch alarmas en la configuración de 
reversión automática.
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Mensaje de ejemplo: "Baking for X seconds (TerminationWaitInSeconds) with 
traffic enabled on full capacity of Y instance(s)."

Cambio de estado de tarjetas de modelos

Indica un cambio en el estado de una tarjeta SageMaker modelo de Amazon. Para obtener más 
información acerca de las tarjetas de modelos, consulte Tarjetas SageMaker modelo Amazon.

{ 
    "version": "0", 
    "id": "aa7a9c4f-2caa-4d04-a6de-e67227ba4302", 
    "detail-type": "SageMaker Model Card State Change", 
    "source": "aws.sagemaker", 
    "account": "123456789012", 
    "time": "2022-11-30T00:00:00Z", 
    "region": "us-east-1", 
    "resources": [ 
        "arn:aws:sagemaker:us-east-1:123456789012:model-card/example-card" 
    ], 
    "detail": { 
        "ModelCardVersion": 2, 
        "LastModifiedTime": "2022-12-03T00:09:44.893854735Z", 
        "LastModifiedBy": { 
            "DomainId": "us-east-1", 
            "UserProfileArn": "arn:aws:sagemaker:us-east-1:123456789012:user-profile/
user", 
            "UserProfileName": "user" 
        }, 
        "CreationTime": "2022-12-03T00:09:33.084Z", 
        "CreatedBy": { 
            "DomainId": "us-east-1", 
            "UserProfileArn": "arn:aws:sagemaker:us-east-1:123456789012:user-profile/
user", 
            "UserProfileName": "user" 
        }, 
        "ModelCardName": "example-card", 
        "ModelId": "example-model", 
        "ModelCardStatus": "Draft", 
        "AccountId": "123456789012", 
        "SecurityConfig": {} 
    }
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}
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SageMaker Referencia de Amazon
Temas

• Marcos y lenguajes de machine learning

• Referencia de la API

• SageMaker Imágenes de distribución

• Historial de documentos de Amazon SageMaker

• Rutas de registro de Docker y código de ejemplo

Marcos y lenguajes de machine learning

Puedes usar Python y R de forma nativa en los núcleos de Amazon SageMaker Notebook. También 
hay kernels que admiten marcos específicos. Una forma muy popular de empezar SageMaker 
es utilizar el SDK de Amazon SageMaker Python. Proporciona API y contenedores de Python de 
código abierto que facilitan el entrenamiento y la implementación de modelos SageMaker, así 
como ejemplos para su uso con varios marcos diferentes de aprendizaje automático y aprendizaje 
profundo.

Para obtener información sobre el uso de marcos específicos o cómo usar R en SageMaker, consulte 
los siguientes temas.

SDK de lenguajes y guías de usuario:

• SDK de Amazon SageMaker Python

• R

• Referencia de la API

Guías de marcos de aprendizaje profundo y machine learning:

• Apache MXNet

• Apache Spark

• Chainer

• Hugging Face
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• PyTorch

• Scikit-learn

• SparkML Serving

• TensorFlow

• Servidor de inferencia Triton

Utilice Apache MXNet con Amazon SageMaker

Se puede utilizar SageMaker para entrenar e implementar un modelo mediante código MXNet 
personalizado. Los estimadores y modelos de MXNet del SDK de Amazon SageMaker Python y el 
contenedor SageMaker MXNet de código abierto facilitan la escritura de un script de MXNet y su 
ejecución. SageMaker

¿Qué quiere hacer?

Quiero entrenar un modelo MXNet personalizado en SageMaker.

Para ver un ejemplo de cuaderno de Jupyter, consulta los cuadernos de ejemplo de MXNet en el 
repositorio Amazon Examples. SageMaker GitHub

Para obtener la documentación, consulte Train a Model with MXNet.

Tengo un modelo de MXNet en el que me he formado y quiero implementarlo en SageMaker un 
punto final hospedado.

Para obtener más información, consulte Deploy MXNet models.

Tengo un modelo de MXNet con el que me entrené fuera y quiero implementarlo en un punto final 
SageMaker SageMaker

Para obtener más información, consulte Deploy Endpoints from Model Data.

Quiero ver la documentación de la API para las clases de MXNet del SDK de Amazon SageMaker 
Python.

Para obtener más información, consulte MXNet Classes.

Quiero encontrar el repositorio de contenedores de SageMaker MXNet.

Para obtener más información, consulte el repositorio SageMaker MXNet Container GitHub .
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Quiero obtener información sobre las versiones de MXNet compatibles con contenedores de 
aprendizaje profundo de AWS.

Para obtener más información, consulte Available Deep Learning Container Images.

Para obtener información general sobre cómo escribir scripts de entrenamiento en modo script 
MXNet y usar estimadores y modelos en modo script MXNet con, SageMaker consulte Uso de 
MXNet con el SDK de Python. SageMaker

Usa Apache Spark con Amazon SageMaker

Amazon SageMaker Spark es una biblioteca de Spark de código abierto que te ayuda a crear 
canalizaciones de aprendizaje automático (ML) de Spark. SageMaker Esto simplifica la integración 
de las etapas de ML de Spark con otras SageMaker etapas, como la formación de modelos y el 
alojamiento. Para obtener información sobre SageMaker Spark, consulta el GitHub repositorio de
SageMaker Spark.

La biblioteca SageMaker Spark está disponible en Python y Scala. Puedes usar SageMaker Spark 
para entrenar modelos en el SageMaker uso de marcos de org.apache.spark.sql.DataFrame
datos en tus clústeres de Spark. Tras el entrenamiento con el modelo, también puedes alojar el 
modelo mediante los servicios de SageMaker alojamiento.

La biblioteca SageMaker Spark proporcionacom.amazonaws.services.sagemaker.sparksdk, 
entre otras, las siguientes clases:

• SageMakerEstimator: amplía la interfaz org.apache.spark.ml.Estimator. Puede utilizar 
este estimador para la capacitación de modelos en SageMaker.

• KMeansSageMakerEstimator, PCASageMakerEstimator y XGBoostSageMakerEstimator: 
amplía la clase SageMakerEstimator.

• SageMakerModel: amplía la clase org.apache.spark.ml.Model. Puede utilizar
SageMakerModel para el modelo que aloja y obtiene inferencias en SageMaker.

Puedes descargar el código fuente de las bibliotecas Python Spark (PySpark) y Scala desde el 
GitHub repositorio de SageMaker Spark.

Para ver la instalación y ver ejemplos de la biblioteca SageMaker Spark, consulta SageMaker 
Ejemplos de Spark for Scala oSageMaker Ejemplos de Spark para Python (PySpark).
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Si usa Amazon EMR AWS para administrar los clústeres de Spark, consulte Apache Spark. Para 
obtener más información sobre el uso de Amazon EMR en SageMaker, consulte. Preparar los datos 
con Amazon EMR

Temas

• Integrar su aplicación de Apache Spark con SageMaker

• SageMaker Ejemplos de Spark for Scala

• SageMaker Ejemplos de Spark para Python (PySpark)

Integrar su aplicación de Apache Spark con SageMaker

El siguiente es un resumen detallado de los pasos para integrar su aplicación Apache Spark con 
SageMaker.

1. Siga con el preprocesamiento de datos mediante la biblioteca de Apache Spark con la que 
está familiarizado. Su conjunto de datos sigue siendo un DataFrame en el clúster de Spark. 
Cargue los datos en un DataFrame y preprocéselo de manera que disponga de una columna
features con org.apache.spark.ml.linalg.Vector de Doubles y una columna label
opcional con los valores de tipo Double.

2. Usa el estimador de la biblioteca de SageMaker Spark para entrenar tu modelo. Por ejemplo, si 
eliges el algoritmo k-means que se proporciona SageMaker para el entrenamiento del modelo, 
llamas al método. KMeansSageMakerEstimator.fit

Proporcione DataFrame como entrada. El estimador devuelve un objeto SageMakerModel.

Note

SageMakerModel amplía org.apache.spark.ml.Model.

El método fit realiza lo siguiente:

a. Convierte la entrada DataFrame en el formato protobuf seleccionando las columnas
features y label desde la entrada DataFrame y cargando los datos de protobuf en un 
bucket de Amazon S3. El formato protobuf es eficiente para la capacitación de modelos en 
SageMaker.
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b. Inicia el entrenamiento del modelo SageMaker mediante el envío de una SageMaker
CreateTrainingJobsolicitud. Una vez finalizado el entrenamiento con el modelo, 
SageMaker guarda los artefactos del modelo en un bucket de S3.

SageMaker asume la función de IAM que especificó para el entrenamiento de modelos para 
realizar tareas en su nombre. Por ejemplo, usa el rol para leer los datos de capacitación 
desde un bucket de S3 y escribir artefactos de modelos en un bucket.

c. Crea y devuelve un objeto SageMakerModel. El constructor realiza las siguientes tareas, 
que están relacionadas con la implementación de su modelo en SageMaker.

i. Envía una CreateModelsolicitud a. SageMaker

ii. Envía una solicitud CreateEndpointConfig a SageMaker.

iii. Envía una CreateEndpointsolicitud a SageMaker, que luego lanza los recursos 
especificados y aloja el modelo en ellos.

3. Puede obtener inferencias de su modelo SageMaker alojado en.
SageMakerModel.transform

Proporcione una entrada DataFrame con características como entrada. El método transform
lo transforma en un DataFrame que contiene inferencias. Internamente, el transform método 
envía una solicitud a la InvokeEndpoint SageMaker API para obtener inferencias. El método
transform anexa las inferencias a la entrada DataFrame.

SageMaker Ejemplos de Spark for Scala

Amazon SageMaker proporciona una biblioteca de Apache SageMakerSpark (Spark) que puede 
utilizar para integrar sus aplicaciones de Apache Spark SageMaker. Por ejemplo, puede usar Apache 
Spark para el preprocesamiento de datos y SageMaker para el entrenamiento y el alojamiento de 
modelos. Para obtener información sobre la biblioteca SageMaker Apache Spark, consulteUsa 
Apache Spark con Amazon SageMaker.

Descargue Spark para Scala

Puedes descargar el código fuente y los ejemplos de las bibliotecas Python Spark (PySpark) y Scala 
desde el GitHub repositorio de SageMakerSpark.

Para obtener instrucciones detalladas sobre cómo instalar la biblioteca de SageMaker Spark, 
consulta SageMakerSpark.
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SageMaker El SDK de Spark para Scala está disponible en el repositorio central de Maven. Añada la 
biblioteca de Spark a su proyecto añadiendo la siguiente dependencia a su archivo pom.xml:

• Si tu proyecto está creado con Maven, agrega lo siguiente a tu archivo pom.xml:

<dependency> 
    <groupId>com.amazonaws</groupId> 
    <artifactId>sagemaker-spark_2.11</artifactId> 
    <version>spark_2.2.0-1.0</version>
</dependency>

• Si tu proyecto depende de Spark 2.1, añade lo siguiente a tu archivo pom.xml:

<dependency> 
    <groupId>com.amazonaws</groupId> 
    <artifactId>sagemaker-spark_2.11</artifactId> 
    <version>spark_2.1.1-1.0</version>
</dependency>

Ejemplo de Spark para Scala

Esta sección proporciona un ejemplo de código que usa la biblioteca Apache Spark Scala 
proporcionada por SageMaker para entrenar a un modelo a SageMaker usar DataFrame s en su 
clúster de Spark. A esto le siguen ejemplos sobre cómo Usa algoritmos personalizados para el 
entrenamiento y el alojamiento de modelos en Amazon SageMaker con Apache Spark yUtilízalo 
SageMakerEstimator en un Spark Pipeline.

El siguiente ejemplo aloja los artefactos del modelo resultantes mediante servicios de SageMaker 
alojamiento. Para obtener más información sobre este ejemplo, consulta Cómo empezar: K-Means 
Clustering on SageMaker with SageMaker Spark SDK Específicamente, este ejemplo hace lo 
siguiente:

• Utiliza KMeansSageMakerEstimator para adaptar un modelo en datos o realizar una 
capacitación.

Como en el ejemplo se utiliza el algoritmo k-means proporcionado por SageMaker para entrenar 
un modelo, se utiliza el. KMeansSageMakerEstimator Puede realizar una capacitación del 
modelo mediante imágenes de números de un solo dígito escritas a mano (desde el conjunto de 
datos MNIST). Proporcione las imágenes como una entrada DataFrame. Para su comodidad, 
SageMaker proporciona este conjunto de datos en un bucket de Amazon S3.
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Como respuesta, el estimador devuelve un objeto SageMakerModel.

• Obtiene las inferencias mediante el SageMakerModel de capacitación.

Para obtener inferencias a partir de un modelo alojado en él SageMaker, debe llamar al
SageMakerModel.transform método. Pase un DataFrame como entrada. El método 
transforma la entrada DataFrame en otro DataFrame que contiene inferencias obtenidas a partir 
del modelo.

Para una imagen de entrada determinada de un número de un solo dígito escrito a mano, la 
inferencia identifica un clúster al que pertenece la imagen. Para obtener más información, consulte
Algoritmo k-means.

import org.apache.spark.sql.SparkSession
import com.amazonaws.services.sagemaker.sparksdk.IAMRole
import com.amazonaws.services.sagemaker.sparksdk.algorithms
import com.amazonaws.services.sagemaker.sparksdk.algorithms.KMeansSageMakerEstimator

val spark = SparkSession.builder.getOrCreate

// load mnist data as a dataframe from libsvm
val region = "us-east-1"
val trainingData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/train/")
val testData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/test/")

val roleArn = "arn:aws:iam::account-id:role/rolename"

val estimator = new KMeansSageMakerEstimator( 
  sagemakerRole = IAMRole(roleArn), 
  trainingInstanceType = "ml.p2.xlarge", 
  trainingInstanceCount = 1, 
  endpointInstanceType = "ml.c4.xlarge", 
  endpointInitialInstanceCount = 1) 
  .setK(10).setFeatureDim(784)

// train
val model = estimator.fit(trainingData)
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val transformedData = model.transform(testData)
transformedData.show

Este ejemplo de código hace lo siguiente:

• Carga el conjunto de datos MNIST desde un bucket de S3 proporcionado por SageMaker (awsai-
sparksdk-dataset) en un DataFrame (mnistTrainingDataFrame) de Spark:

// Get a Spark session.

val spark = SparkSession.builder.getOrCreate

// load mnist data as a dataframe from libsvm
val region = "us-east-1"
val trainingData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/train/")
val testData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/test/")

val roleArn = "arn:aws:iam::account-id:role/rolename"
trainingData.show()

El método show muestra las primeras 20 filas en el marco de datos:

+-----+--------------------+
|label|            features|
+-----+--------------------+
|  5.0|(784,[152,153,154...|
|  0.0|(784,[127,128,129...|
|  4.0|(784,[160,161,162...|
|  1.0|(784,[158,159,160...|
|  9.0|(784,[208,209,210...|
|  2.0|(784,[155,156,157...|
|  1.0|(784,[124,125,126...|
|  3.0|(784,[151,152,153...|
|  1.0|(784,[152,153,154...|
|  4.0|(784,[134,135,161...|
|  3.0|(784,[123,124,125...|
|  5.0|(784,[216,217,218...|
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|  3.0|(784,[143,144,145...|
|  6.0|(784,[72,73,74,99...|
|  1.0|(784,[151,152,153...|
|  7.0|(784,[211,212,213...|
|  2.0|(784,[151,152,153...|
|  8.0|(784,[159,160,161...|
|  6.0|(784,[100,101,102...|
|  9.0|(784,[209,210,211...|
+-----+--------------------+
only showing top 20 rows

En cada fila:

• La columna label identifica la etiqueta de la imagen. Por ejemplo, si la imagen del número 
escrito a mano es el dígito 5, el valor de etiqueta es 5.

• La columna features almacena un vector (org.apache.spark.ml.linalg.Vector) de 
valores Double. Estas son las 784 características del número escrito a mano. (Los números 
escritos a manos son imágenes de 28 x 28 píxeles, que conforman las 784 características).

• Crea un SageMaker estimador () KMeansSageMakerEstimator

El fit método de este estimador utiliza el algoritmo k-means proporcionado por SageMaker 
para entrenar modelos mediante una entrada. DataFrame Como respuesta, devuelve un objeto
SageMakerModel que puede utilizar para obtener inferencias.

Note

KMeansSageMakerEstimator amplía el SageMaker SageMakerEstimator, que 
amplía el Estimator de Apache Spark.

val estimator = new KMeansSageMakerEstimator( 
  sagemakerRole = IAMRole(roleArn), 
  trainingInstanceType = "ml.p2.xlarge", 
  trainingInstanceCount = 1, 
  endpointInstanceType = "ml.c4.xlarge", 
  endpointInitialInstanceCount = 1) 
  .setK(10).setFeatureDim(784)
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Los parámetros del constructor proporcionan información que se utiliza para la capacitación de un 
modelo y su implementación en SageMaker:

• trainingInstanceType y trainingInstanceCount: identifican el tipo y el número de 
instancias de computación de ML para usarlos en el entrenamiento del modelo.

• endpointInstanceType—Identifica el tipo de instancia de cómputo de aprendizaje 
automático que se utilizará al alojar el modelo. SageMaker De forma predeterminada, se 
presupone una instancia de computación de machine learning.

• endpointInitialInstanceCount—Identifica el número de instancias de procesamiento de 
aprendizaje automático que inicialmente respaldan el punto final en el que se aloja el modelo. 
SageMaker

• sagemakerRole— SageMaker asume esta función de IAM para realizar tareas en su nombre. 
Por ejemplo, para la capacitación de modelos, lee los datos a partir de S3 y escribe resultados 
de capacitación (artefactos de modelo) en S3.

Note

Este ejemplo crea implícitamente un SageMaker cliente. Para crear este cliente, 
debe proporcionar sus credenciales. La API utiliza estas credenciales para autenticar 
solicitudes en SageMaker. Por ejemplo, utiliza las credenciales para autenticar las 
solicitudes de creación de un trabajo de formación y las llamadas a la API para 
implementar el modelo mediante servicios de SageMaker alojamiento.

• Una vez que creado el objeto KMeansSageMakerEstimator, establezca los siguientes 
parámetros, que se usan en la capacitación de modelos:

• El número de clústeres que el algoritmo k-means debe crear durante la capacitación de 
modelos. Especifique 10 clústeres, uno para cada dígito, 0 a 9.

• Identifica que cada imagen de entrada dispone de 784 características (cada número escrito a 
mano es una imagen de 28 x 28 píxeles, que conforma las 784 características).

• Llama al método fit del estimador.

// train
val model = estimator.fit(trainingData)

Pase la entrada DataFramecomo un parámetro. El modelo realiza todo el trabajo de entrenarlo 
e implementarlo SageMaker en él. Para obtener más información, consulte Integrar su aplicación 
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de Apache Spark con SageMaker. Como respuesta, obtendrá un objeto SageMakerModel, que 
puede utilizar para obtener inferencias a partir del modelo implementado en SageMaker.

Proporcione solo la entrada DataFrame. No tiene que especificar la ruta de 
registro en el algoritmo k-means utilizado para la capacitación de modelos, ya que
KMeansSageMakerEstimator la conoce.

• Llama al SageMakerModel.transform método para obtener inferencias a partir del modelo en 
SageMaker el que se ha implementado.

El método transform realiza un DataFrame como entrada, lo transforma y devuelve otro
DataFrame que contiene inferencias obtenidas a partir del modelo.

val transformedData = model.transform(testData)
transformedData.show

Para simplificar, utilizamos el mismo DataFrame como entrada para el método transform que 
utilizamos para la capacitación de modelos en este ejemplo. El método transform realiza lo 
siguiente:

• Serializa la features columna de la entrada DataFrame a protobuf y la envía al punto final 
para su inferencia. SageMaker

• Deserializa la respuesta protobuf en dos columnas adicionales (distance_to_cluster y
closest_cluster) en el DataFrame transformado.

El método show obtiene inferencias en las primeras 20 filas de la entrada DataFrame:

+-----+--------------------+-------------------+---------------+
|label|            features|distance_to_cluster|closest_cluster|
+-----+--------------------+-------------------+---------------+
|  5.0|(784,[152,153,154...|  1767.897705078125|            4.0|
|  0.0|(784,[127,128,129...|  1392.157470703125|            5.0|
|  4.0|(784,[160,161,162...| 1671.5711669921875|            9.0|
|  1.0|(784,[158,159,160...| 1182.6082763671875|            6.0|
|  9.0|(784,[208,209,210...| 1390.4002685546875|            0.0|
|  2.0|(784,[155,156,157...|  1713.988037109375|            1.0|
|  1.0|(784,[124,125,126...| 1246.3016357421875|            2.0|
|  3.0|(784,[151,152,153...|  1753.229248046875|            4.0|
|  1.0|(784,[152,153,154...|  978.8394165039062|            2.0|
|  4.0|(784,[134,135,161...|  1623.176513671875|            3.0|
|  3.0|(784,[123,124,125...|  1533.863525390625|            4.0|
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|  5.0|(784,[216,217,218...|  1469.357177734375|            6.0|
|  3.0|(784,[143,144,145...|  1736.765869140625|            4.0|
|  6.0|(784,[72,73,74,99...|   1473.69384765625|            8.0|
|  1.0|(784,[151,152,153...|    944.88720703125|            2.0|
|  7.0|(784,[211,212,213...| 1285.9071044921875|            3.0|
|  2.0|(784,[151,152,153...| 1635.0125732421875|            1.0|
|  8.0|(784,[159,160,161...| 1436.3162841796875|            6.0|
|  6.0|(784,[100,101,102...| 1499.7366943359375|            7.0|
|  9.0|(784,[209,210,211...| 1364.6319580078125|            6.0|
+-----+--------------------+-------------------+---------------+

Puede interpretar los datos de la siguiente forma:

• Un número escrito a mano con label 5 pertenece al clúster 4 (closest_cluster).

• Un número escrito a mano con label 0 pertenece al clúster 5.

• Un número escrito a mano con label 4 pertenece al clúster 9.

• Un número escrito a mano con label 1 pertenece al clúster 6.

Temas

• Usa algoritmos personalizados para el entrenamiento y el alojamiento de modelos en Amazon 
SageMaker con Apache Spark

• Utilízalo SageMakerEstimator en un Spark Pipeline

Usa algoritmos personalizados para el entrenamiento y el alojamiento de modelos en Amazon 
SageMaker con Apache Spark

EnSageMaker Ejemplos de Spark for Scala, se utiliza kMeansSageMakerEstimator porque en el 
ejemplo se utiliza el algoritmo k-means proporcionado por Amazon SageMaker para el entrenamiento 
de modelos. Puede optar por usar su propio algoritmo personalizado para la capacitación de 
modelos en su lugar. Suponiendo que ya haya creado una imagen de Docker, puede crear su propio
SageMakerEstimator y especificar la ruta de Amazon Elastic Container Registry para su imagen 
personalizada.

En el siguiente ejemplo se muestra cómo crear un nuevo KMeansSageMakerEstimator desde
SageMakerEstimator. En el nuevo estimador, especifique de forma explícita la ruta de registro de 
Docker en las imágenes de código de inferencia y capacitación.

import com.amazonaws.services.sagemaker.sparksdk.IAMRole
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import com.amazonaws.services.sagemaker.sparksdk.SageMakerEstimator
import 
 com.amazonaws.services.sagemaker.sparksdk.transformation.serializers.ProtobufRequestRowSerializer
import 
 com.amazonaws.services.sagemaker.sparksdk.transformation.deserializers.KMeansProtobufResponseRowDeserializer

val estimator = new SageMakerEstimator( 
  trainingImage = 
    "811284229777.dkr.ecr.us-east-1.amazonaws.com/kmeans:1", 
  modelImage = 
    "811284229777.dkr.ecr.us-east-1.amazonaws.com/kmeans:1", 
  requestRowSerializer = new ProtobufRequestRowSerializer(), 
  responseRowDeserializer = new KMeansProtobufResponseRowDeserializer(), 
  hyperParameters = Map("k" -> "10", "feature_dim" -> "784"), 
  sagemakerRole = IAMRole(roleArn), 
  trainingInstanceType = "ml.p2.xlarge", 
  trainingInstanceCount = 1, 
  endpointInstanceType = "ml.c4.xlarge", 
  endpointInitialInstanceCount = 1, 
  trainingSparkDataFormat = "sagemaker")

En el código, los parámetros del constructor SageMakerEstimator incluyen:

• trainingImage: identifica la ruta de registro de Docker en la imagen de entrenamiento que 
contiene el código personalizado.

• modelImage: identifica la ruta de registro de Docker en la imagen que contiene el código de 
inferencia.

• requestRowSerializer: implementa
com.amazonaws.services.sagemaker.sparksdk.transformation.RequestRowSerializer.

Este parámetro serializa las filas de la entrada DataFrame para enviarlas al modelo hospedado 
SageMaker para su inferencia.

• responseRowDeserializer: implementa

com.amazonaws.services.sagemaker.sparksdk.transformation.ResponseRowDeserializer.

Este parámetro deserializa las respuestas del modelo, alojadas en, y devuelven a convertirlas en 
SageMaker un. DataFrame
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• trainingSparkDataFormat: especifica el formato de datos que utiliza Spark cuando se cargan 
datos de entrenamiento desde DataFrame a S3. Por ejemplo, "sagemaker" para el formato 
protobuf, "csv" para valores separados por comas y "libsvm" para el formato LibSVM.

Puede implementar su propio RequestRowSerializer y ResponseRowDeserializer para 
serializar y deserializar filas desde un formato de datos que admite su código de inferencia, 
como .libsvm o .csv.

Utilízalo SageMakerEstimator en un Spark Pipeline

Puede utilizar estimadores org.apache.spark.ml.Estimator y modelos
org.apache.spark.ml.Model y estimadores SageMakerEstimator y modelos
SageMakerModel en canalizaciones org.apache.spark.ml.Pipeline, como se muestra en el 
siguiente ejemplo:

import org.apache.spark.ml.Pipeline
import org.apache.spark.ml.feature.PCA
import org.apache.spark.sql.SparkSession
import com.amazonaws.services.sagemaker.sparksdk.IAMRole
import com.amazonaws.services.sagemaker.sparksdk.algorithms
import com.amazonaws.services.sagemaker.sparksdk.algorithms.KMeansSageMakerEstimator

val spark = SparkSession.builder.getOrCreate

// load mnist data as a dataframe from libsvm
val region = "us-east-1"
val trainingData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/train/")
val testData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/test/")

// substitute your SageMaker IAM role here
val roleArn = "arn:aws:iam::account-id:role/rolename"

val pcaEstimator = new PCA() 
  .setInputCol("features") 
  .setOutputCol("projectedFeatures") 
  .setK(50)

val kMeansSageMakerEstimator = new KMeansSageMakerEstimator( 
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  sagemakerRole = IAMRole(integTestingRole), 
  requestRowSerializer = 
    new ProtobufRequestRowSerializer(featuresColumnName = "projectedFeatures"), 
  trainingSparkDataFormatOptions = Map("featuresColumnName" -> "projectedFeatures"), 
  trainingInstanceType = "ml.p2.xlarge", 
  trainingInstanceCount = 1, 
  endpointInstanceType = "ml.c4.xlarge", 
  endpointInitialInstanceCount = 1) 
  .setK(10).setFeatureDim(50)

val pipeline = new Pipeline().setStages(Array(pcaEstimator, kMeansSageMakerEstimator))

// train
val pipelineModel = pipeline.fit(trainingData)

val transformedData = pipelineModel.transform(testData)
transformedData.show()

El parámetro trainingSparkDataFormatOptions configura Spark para serializar en protobuf la 
columna "projectedFeatures" para la capacitación de modelos. Además, Spark realiza la serialización 
en protobuf de la columna de "etiqueta" de forma predeterminada.

Puesto que queremos realizar inferencias mediante la columna "projectedFeatures", pasamos el 
nombre de columna en ProtobufRequestRowSerializer.

El siguiente ejemplo muestra un DataFrame transformado:

+-----+--------------------+--------------------+-------------------+---------------+
|label|            features|   projectedFeatures|distance_to_cluster|closest_cluster|
+-----+--------------------+--------------------+-------------------+---------------+
|  5.0|(784,[152,153,154...|[880.731433034386...|     1500.470703125|            0.0|
|  0.0|(784,[127,128,129...|[1768.51722024166...|      1142.18359375|            4.0|
|  4.0|(784,[160,161,162...|[704.949236329314...|  1386.246826171875|            9.0|
|  1.0|(784,[158,159,160...|[-42.328192193771...| 1277.0736083984375|            5.0|
|  9.0|(784,[208,209,210...|[374.043902028333...|   1211.00927734375|            3.0|
|  2.0|(784,[155,156,157...|[941.267714528850...|  1496.157958984375|            8.0|
|  1.0|(784,[124,125,126...|[30.2848596410594...| 1327.6766357421875|            5.0|
|  3.0|(784,[151,152,153...|[1270.14374062052...| 1570.7674560546875|            0.0|
|  1.0|(784,[152,153,154...|[-112.10792566485...|     1037.568359375|            5.0|
|  4.0|(784,[134,135,161...|[452.068280676606...| 1165.1236572265625|            3.0|
|  3.0|(784,[123,124,125...|[610.596447285397...|  1325.953369140625|            7.0|
|  5.0|(784,[216,217,218...|[142.959601818422...| 1353.4930419921875|            5.0|
|  3.0|(784,[143,144,145...|[1036.71862533658...| 1460.4315185546875|            7.0|
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|  6.0|(784,[72,73,74,99...|[996.740157435754...| 1159.8631591796875|            2.0|
|  1.0|(784,[151,152,153...|[-107.26076167417...|   960.963623046875|            5.0|
|  7.0|(784,[211,212,213...|[619.771820430940...|   1245.13623046875|            6.0|
|  2.0|(784,[151,152,153...|[850.152101817161...|  1304.437744140625|            8.0|
|  8.0|(784,[159,160,161...|[370.041887230547...| 1192.4781494140625|            0.0|
|  6.0|(784,[100,101,102...|[546.674328209335...|    1277.0908203125|            2.0|
|  9.0|(784,[209,210,211...|[-29.259112927426...| 1245.8182373046875|            6.0|
+-----+--------------------+--------------------+-------------------+---------------+

SageMaker Ejemplos de Spark para Python (PySpark)

Amazon SageMaker proporciona una biblioteca Python de Apache Spark (SageMaker PySpark) 
que puede utilizar para integrar sus aplicaciones de Apache Spark SageMaker. Por ejemplo, puede 
usar Apache Spark para el preprocesamiento de datos y SageMaker para el entrenamiento y el 
alojamiento de modelos. Para obtener información sobre la biblioteca SageMaker Apache Spark, 
consulteUsa Apache Spark con Amazon SageMaker.

Descarga PySpark

Puedes descargar el código fuente de las bibliotecas Python Spark (PySpark) y Scala desde el 
GitHub repositorio de SageMaker Spark.

Para obtener instrucciones sobre cómo instalar la biblioteca de SageMaker Spark, usa cualquiera de 
las siguientes opciones o visita SageMaker PySpark.

• Instálala mediante pip:

pip install sagemaker_pyspark

• Instale desde la fuente:

git clone git@github.com:aws/sagemaker-spark.git
cd sagemaker-pyspark-sdk
python setup.py install

• También puede crear un bloc de notas nuevo en una instancia de bloc de notas que utilice el 
núcleo Sparkmagic (PySpark) o el Sparkmagic (PySpark3) núcleo y conectarse a un 
clúster remoto de Amazon EMR.
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Note

El clúster de Amazon EMR debe configurarse con una función de IAM que tenga la
AmazonSageMakerFullAccess política adjunta. Para obtener información sobre cómo 
configurar roles para un clúster de EMR, consulte Configure IAM Roles for Amazon EMR 
Permissions to AWS Services en la Guía de administración de Amazon EMR.

PySpark ejemplos

Para ver ejemplos de uso SageMaker PySpark, consulte:

• Uso de Amazon SageMaker con Apache Spark en Read the Docs.

• SageMaker GitHubRepositorio Spark.

Para ejecutar los cuadernos en una instancia de cuaderno, consulte Ejemplo de cuadernos. Para 
ejecutar los cuadernos en Studio, consulte Crear o abrir un bloc de notas Amazon SageMaker Studio 
Classic.

Usa Chainer con Amazon SageMaker

Se puede utilizar SageMaker para entrenar e implementar un modelo mediante el código Chainer 
personalizado. Los estimadores y modelos Chainer del SDK de SageMaker Python y el contenedor 
Chainer de SageMaker código abierto facilitan la escritura de un script de Chainer y su ejecución. 
SageMaker

¿Qué quiere hacer?

Quiero entrenar un modelo Chainer personalizado en SageMaker.

Para ver un ejemplo de cuaderno de Jupyter, consulta los cuadernos de ejemplo de Chainer en el 
repositorio de Amazon Examples. SageMaker GitHub

Para ver la documentación, consulte Train a Model with Chainer.

Tengo un modelo de Chainer en el que me he formado y quiero implementarlo en SageMaker un 
punto final alojado.

Para obtener más información, consulte Deploy Chainer models.

Chainer 6472

https://docs.aws.amazon.com/emr/latest/ManagementGuide/emr-iam-roles.html
https://docs.aws.amazon.com/emr/latest/ManagementGuide/emr-iam-roles.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-spark/index.html
https://github.com/aws/sagemaker-spark
https://github.com/awslabs/amazon-sagemaker-examples/tree/master/sagemaker-python-sdk/mxnet_mnist
https://sagemaker.readthedocs.io/en/stable/using_chainer.html#train-a-model-with-chainer
https://sagemaker.readthedocs.io/en/stable/using_chainer.html#deploy-chainer-models


Amazon SageMaker Guía para desarrolladores

Tengo un modelo de Chainer con el que me entrené fuera y quiero implementarlo en un punto final 
SageMaker SageMaker

Para obtener más información, consulte Deploy Endpoints from Model Data.

Quiero ver la documentación de la API para las clases de Amazon SageMaker Python SDK Chainer.

Para obtener más información, consulte Chainer Classes.

Deseo obtener información sobre los contenedores de SageMaker Chainer.

Para obtener más información, consulte el repositorio de SageMaker Chainer GitHub Container.

Para obtener información sobre las versiones de Chainer compatibles y para obtener información 
general sobre cómo escribir scripts de entrenamiento de Chainer y usar estimadores y modelos de 
Chainer con ellos SageMaker, consulte Uso de Chainer con el SDK de Python. SageMaker

Usa Hugging Face con Amazon SageMaker

Amazon SageMaker permite a los clientes entrenar, ajustar y ejecutar inferencias utilizando los 
modelos Hugging Face para el procesamiento del lenguaje natural (NLP). SageMaker Puede 
usar Hugging Face tanto para el entrenamiento como para la inferencia. Esta funcionalidad está 
disponible a través del desarrollo de Contenedores de aprendizaje profundo de AWS de Hugging 
Face. Estos contenedores incluyen Transformers, Tokenizers y la biblioteca Datasets de Hugging 
Face, que le permiten utilizar estos recursos para sus trabajos de entrenamiento e inferencia. Para 
ver una lista completa de las imágenes disponibles de contenedores de aprendizaje profundo, 
consulte Available Deep Learning Containers Images. Estas imágenes de contenedores de 
aprendizaje profundo se mantienen y actualizan periódicamente con parches de seguridad.

Para utilizar los contenedores de aprendizaje profundo Hugging Face con el SDK de SageMaker 
Python con fines de formación, consulta la calculadora SageMaker Hugging Face. Con el Hugging 
Face Estimator, puedes usar los modelos Hugging Face como lo harías con cualquier otro estimador. 
SageMaker Sin embargo, el uso del SDK de SageMaker Python es opcional. También puede 
organizar el uso de los contenedores de aprendizaje profundo de Hugging Face con AWS CLI y AWS 
SDK for Python (Boto3).

Para obtener más información sobre Hugging Face y los modelos disponibles en él, consulte la
documentación de Hugging Face.
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Formación

Para el entrenamiento, puede usar cualquiera de los miles de modelos disponibles en Hugging 
Face y ajustarlos para su caso de uso específico con entrenamiento adicional. Con SageMaker, 
puede utilizar la formación estándar o aprovechar la formación paralela sobre datos SageMaker 
distribuidos y modelos. Al igual que con otros trabajos de SageMaker formación que utilizan código 
personalizado, puedes capturar tus propias métricas pasando una definición de métrica al SDK de 
SageMaker Python, como se muestra en Definir métricas de entrenamiento (SDK de SageMaker 
Python). A continuación, se puede acceder a las métricas CloudWatchcapturadas DataFrame
mediante el TrainingJobAnalyticsmétodo Pandas y como tal. Una vez que el modelo esté entrenado y 
ajustado, podrá usarlo como cualquier otro modelo para ejecutar trabajos de inferencia.

Cómo entrenar con el Hugging Face Estimator

Puedes implementar el Estimador Hugging Face para trabajos de entrenamiento con el SageMaker 
SDK de Python. El SDK de SageMaker Python es una biblioteca de código abierto para entrenar e 
implementar modelos de aprendizaje automático SageMaker. Para obtener más información sobre 
Hugging Face Estimator, consulta la documentación del SDK de SageMakerPython.

Con el SDK de SageMaker Python, puedes ejecutar trabajos de entrenamiento con el Hugging Face 
Estimator en los siguientes entornos:

• SageMakerStudio: Amazon SageMaker Studio es el primer entorno de desarrollo (IDE) totalmente 
integrado para el aprendizaje automático (ML). SageMaker Studio proporciona una única interfaz 
visual basada en la web en la que puede realizar todos los pasos de desarrollo del aprendizaje 
automático necesarios para preparar, crear, entrenar y ajustar, implementar y administrar modelos. 
Para obtener información sobre el uso de las libretas de Jupyter en Studio, consulta Cómo usar las 
libretas de Amazon SageMaker Studio.

• SageMaker Instancias de Notebook: una instancia de Amazon SageMaker Notebook es una 
instancia de cómputo de aprendizaje automático (ML) que ejecuta la aplicación Jupyter Notebook. 
Esta aplicación le permite ejecutar Jupyter Notebooks en una instancia de notebook para preparar 
y procesar datos, escribir código para entrenar modelos, implementar modelos para SageMaker 
alojarlos y probar o validar sus modelos sin funciones de SageMaker Studio como el depurador, la 
supervisión de modelos y un IDE basado en la web.

• Localmente: si tienes conectividad AWS y los SageMaker permisos adecuados, puedes usar el 
SDK de SageMaker Python localmente para lanzar trabajos remotos de formación e inferencia 
para Hugging Face in on. SageMaker AWS Esto funciona en tu máquina local, así como en otros 
AWS servicios con un SDK de SageMaker Python conectado y los permisos adecuados.
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Inferencia

A modo de inferencia, puedes usar tu modelo Hugging Face entrenado o uno de los modelos 
Hugging Face previamente entrenados para implementar un trabajo de inferencia. SageMaker 
Con esta colaboración, solo necesitará una línea de código para implementar tanto los modelos 
entrenados como los modelos previamente entrenados. SageMaker También puede ejecutar trabajos 
de inferencia sin tener que escribir ningún código de inferencia personalizado. Con el código de 
inferencia personalizado, puede personalizar la lógica de inferencia si proporciona su propio script de 
Python.

Cómo implementar un trabajo de inferencia con los contenderos de aprendizaje profundo de Hugging 
Face

Tiene dos opciones para realizar inferencias. SageMaker Puede realizar inferencias con un modelo 
que haya entrenado o implementar un modelo de Hugging Face previamente entrenado.

• Ejecute la inferencia con su modelo entrenado: tiene dos opciones para ejecutar la inferencia 
con su propio modelo entrenado. Puede realizar inferencias con un modelo que haya 
entrenado utilizando un modelo Hugging Face existente con los contenedores de aprendizaje 
profundo Hugging SageMaker Face, o puede traer su propio modelo Hugging Face existente 
e implementarlo utilizando. SageMaker Cuando realiza una inferencia con un modelo que ha 
entrenado con SageMaker Hugging Face Estimator, puede implementar el modelo inmediatamente 
después de completar el entrenamiento o puede cargar el modelo entrenado en un bucket de 
Amazon S3 e ingerirlo cuando ejecute la inferencia más adelante. Si trae su propio modelo 
de Hugging Face existente, debe cargar el modelo entrenado en un bucket de Amazon S3 e 
ingerir ese bucket al ejecutar la inferencia, como se muestra en el ejemplo de implementación de 
transformadores de Hugging Face para inferencia.

• Realiza inferencias con un HuggingFace modelo previamente entrenado: puedes usar uno de 
los miles de modelos de Hugging Face previamente entrenados para ejecutar tus trabajos de 
inferencia sin necesidad de capacitación adicional. Para realizar una inferencia, seleccione el 
modelo previamente entrenado de la lista de modelos de Hugging Face, como se describe en el
ejemplo de implementación de transformadores de Hugging Face previamente entrenados para 
inferencia.

¿Qué quiere hacer?

Los siguientes cuadernos de Jupyter del repositorio de cuadernos Hugging Face ilustran cómo 
utilizar los contenedores de Deep Learning Hugging Face en varios casos de uso. SageMaker
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Quiero entrenar e implementar un modelo de clasificación de textos usando Hugging Face 
SageMaker in PyTorch with.

Para ver un ejemplo de Jupyter Notebook, consulta la demostración de PyTorch introducción.

Quiero entrenar e implementar un modelo de clasificación de textos usando Hugging Face 
SageMaker in TensorFlow with.

Para ver un ejemplo de Jupyter Notebook, consulta el ejemplo de TensorFlow introducción.

Quiero realizar un entrenamiento distribuido con paralelismo de datos usando Hugging Face y 
Distributed. SageMaker

Para ver un ejemplo de cuaderno de Jupyter, consulte el ejemplo de entrenamiento distribuido.

Quiero realizar un entrenamiento distribuido con paralelismo de modelos usando Hugging Face y 
Distributed. SageMaker

Para ver un ejemplo de cuaderno de Jupyter, consulte el ejemplo de paralelismo de modelos.

Quiero usar una instancia puntual para entrenar e implementar un modelo usando Hugging Face 
SageMaker in.

Para ver un ejemplo de cuaderno de Jupyter, consulte el ejemplo de instancias de spot.

Quiero capturar métricas personalizadas y usar SageMaker Checkpoints al entrenar un modelo de 
clasificación de texto con Hugging Face in. SageMaker

Para ver un ejemplo de cuaderno de Jupyter, consulte el ejemplo de entrenamiento con métricas 
personalizadas.

Quiero entrenar un TensorFlow modelo distribuido de preguntas y respuestas usando Hugging Face 
in. SageMaker

Para ver un ejemplo de Jupyter Notebook, consulta el ejemplo de formación distribuida. 
TensorFlow

Quiero entrenar un modelo de resumen distribuido usando Hugging Face in. SageMaker

Para ver un ejemplo de cuaderno de Jupyter, consulte el ejemplo de entrenamiento de resumen 
distribuido.

Quiero entrenar un modelo de clasificación de imágenes usando Hugging Face SageMaker in.

Para ver un ejemplo de cuaderno de Jupyter, consulte el ejemplo de entrenamiento de 
transformadores de visión.
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Quiero implementar mi modelo SageMaker entrenado de Hugging Face.

Para ver un ejemplo de cuaderno de Jupyter, consulte el ejemplo de implementación de 
transformadores de Hugging Face para inferencia.

Quiero implementar un modelo de Hugging Face previamente entrenado. SageMaker

Para ver un ejemplo de cuaderno de Jupyter, consulte el ejemplo de implementación de 
transformadores de Hugging Face previamente entrenados para inferencia.

PyTorch Úselo con Amazon SageMaker

Puedes usar Amazon SageMaker para entrenar e implementar un modelo mediante PyTorch código 
personalizado. Los PyTorch estimadores y modelos del SDK de SageMaker Python y el PyTorch 
contenedor de SageMaker código abierto facilitan la escritura de un PyTorch script y su ejecución. 
SageMaker

¿Qué quiere hacer?

Quiero entrenar un modelo personalizado PyTorch . SageMaker

Para ver un ejemplo de cuaderno de Jupyter, consulta el cuaderno de PyTorch ejemplo en el 
repositorio de Amazon SageMaker Examples GitHub.

Para obtener documentación, consulte Entrenar un modelo con. PyTorch

Tengo un PyTorch modelo en SageMaker el que me he formado y quiero implementarlo en un punto 
final hospedado.

Para obtener más información, consulte Implementar PyTorch modelos.

Tengo un PyTorch modelo con el que me entrené fuera y quiero implementarlo en un SageMaker 
punto final SageMaker

Para obtener más información, consulte Implemente su propio PyTorch modelo.

Quiero ver la documentación de la API para las PyTorch clases del SDK de Amazon SageMaker 
Python.

Para obtener más información, consulte PyTorch Clases.

Quiero encontrar el repositorio de SageMaker PyTorch contenedores.

Para obtener más información, consulte  GitHub Repositorio de SageMaker PyTorch 
contenedores.
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Deseo obtener información sobre PyTorch las versiones compatibles con AWS Deep Learning 
Containers.

Para obtener más información, consulte Available Deep Learning Container Images.

Para obtener información general sobre cómo escribir guiones de PyTorch entrenamiento y usar 
PyTorch estimadores y modelos con ellos SageMaker, consulte Uso PyTorch con el SDK de 
SageMaker Python.

R: Guía del usuario de Amazon SageMaker

En este documento se explican las formas de aprovechar las SageMaker funciones de Amazon con 
R. Esta guía presenta SageMaker el núcleo R integrado, cómo empezar a usar R y SageMaker, por 
último, varios ejemplos de cuadernos.

Los ejemplos están organizados en tres niveles: Principiante, Intermedio y Avanzado. Empiezan 
con Primeros pasos con R SageMaker, continúan con el aprendizaje end-to-end automático 
con R activada y SageMaker, luego, terminan con temas más avanzados, como el SageMaker 
procesamiento con el script R y el algoritmo Bring-Your-Own (BYO) R. SageMaker 

Para obtener información sobre cómo incorporar su propia imagen de R personalizada a Studio, 
consulte Traiga su propia SageMaker imagen. Para ver un artículo de blog similar, consulte Cómo 
incorporar su propio entorno R a Amazon SageMaker Studio.

RStudio Support en SageMaker

Amazon SageMaker admite RStudio como un entorno de desarrollo integrado (IDE) totalmente 
gestionado e integrado con Amazon SageMaker Domain. Con la integración de RStudio, puede 
lanzar un entorno de RStudio en el dominio para ejecutar sus flujos de trabajo de RStudio en los 
recursos. SageMaker Para obtener más información, consulte RStudio en Amazon SageMaker.

R Kernel en SageMaker

SageMaker las instancias de notebook admiten R mediante un núcleo R preinstalado. Además, 
el núcleo R tiene la biblioteca reticulada, una interfaz de R a Python, por lo que puede utilizar las 
funciones del SDK de SageMaker Python desde un script de R.

• reticulatelibrary: proporciona una interfaz R para el SDK de Amazon Python. SageMaker  El 
paquete reticular traduce entre objetos R y Python.
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Empieza con R en SageMaker

•  Creación de una instancia del bloc de notas con el tipo de instancia t2.medium y el tamaño de 
almacenamiento predeterminado. Puede elegir una instancia más rápida y más almacenamiento, 
si tiene previsto continuar utilizando la instancia en ejemplos más avanzados, o crear una instancia 
más grande más adelante.

• Espere hasta que el estado del bloc de notas sea En servicio y, a continuación, haga clic en Abrir 
Jupyter.

• Cree un nuevo bloc de notas con el kernel R de la lista de entornos disponibles. 

• Cuando se crea el nuevo bloc de notas, debe ver el logotipo R en la esquina superior derecha del 
entorno del bloc de notas y también debe ver R como el kernel debajo de ese logotipo. Esto indica 
que SageMaker se ha lanzado correctamente el núcleo R de este portátil.
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• Alternativamente, si se encuentra en un bloc de notas Jupyter, puede usar el menú Kernel y luego 
seleccionar R en la opción de cambiar de kernel.

Ejemplo de cuadernos

Requisitos previos 

Cómo empezar con R en SageMaker: este cuaderno de muestra describe cómo puedes desarrollar 
scripts de R utilizando el kernel R SageMaker de Amazon. En este cuaderno, configura su 
SageMaker entorno y sus permisos, descarga el conjunto de datos abalone del UCI Machine 
Learning Repository, realiza un procesamiento y visualización básicos de los datos y, a continuación, 
guarda los datos en formato.csv en S3.

Nivel de principiante

SageMakerTransformación por lotes mediante el núcleo R: este ejemplo de cuaderno describe 
cómo realizar un trabajo de transformación por lotes mediante SageMaker la API Transformer y el 
algoritmo XGBoost. El cuaderno también usa el conjunto de datos Abalone.

Nivel intermedio
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Optimización de hiperparámetros para XGBoost en R: este bloc de notas de ejemplo amplía los 
blocs de notas de principiante anteriores que utilizan el conjunto de datos del abulón y XGBoost. 
Describe cómo ajustar el modelo con la optimización de hiperparámetros. También aprenderá a usar 
la transformación por lotes para hacer predicciones por lotes y cómo crear un punto de conexión del 
modelo para hacer predicciones en tiempo real. 

Procesamiento de Amazon SageMaker con R: SageMaker Processing le permite preprocesar, 
postprocesar y ejecutar cargas de trabajo de evaluación de modelos. En este ejemplo se muestra 
cómo crear un script de R para organizar un trabajo de procesamiento. 

Nivel avanzado

Entrene e implemente su propio algoritmo R en SageMaker: ¿Ya tiene un algoritmo R y desea 
incorporarlo SageMaker para ajustarlo, entrenarlo o implementarlo? En este ejemplo se explica cómo 
personalizar los contenedores de SageMaker con paquetes de R personalizados, hasta el uso de un 
punto de enlace alojado para inferencia en su modelo de origen R.

Usa Scikit-learn con Amazon SageMaker

Puedes usar Amazon SageMaker para entrenar e implementar un modelo mediante el código Scikit-
learn personalizado. Los estimadores y modelos Scikit-learn del SDK de SageMaker Python y los 
contenedores Scikit-learn de SageMaker código abierto facilitan la escritura de un script de Scikit-
learn y su ejecución. SageMaker

Requisitos

Scikit-learn 1.2 tiene las siguientes dependencias.

Dependencia Versión mínima

Python 3.8

NumPy 1.17.3

SciPy 1.3.2

joblib 1.1.1

threadpoolctl 2.0.0
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SageMaker El contenedor Scikit-learn es compatible con las siguientes versiones de Scikit-learn.

Versión compatible de Scikit-learn Versión mínima de Python

1.2-1 3.8

1.0-1 3.7

0.23-1 3.6

0.20.0 2.7 o 3.4

Para obtener información general sobre cómo escribir guiones de entrenamiento de Scikit-learn y 
usar estimadores y modelos de Scikit-learn con, SageMaker consulte Uso de Scikit-learn con el SDK 
de Python. SageMaker

¿Qué quiere hacer?

Note

Se necesita Matplotlib v2.2.3 o posterior para ejecutar los cuadernos de ejemplo de Scikit-
learn. SageMaker

Quiero usar Scikit-Learn para procesamiento de datos, ingeniería de características o evaluación de 
modelos en SageMaker.

Para ver un ejemplo de cuaderno de Jupyter, consulte https://github.com/awslabs/ /tree/master/
sagemaker_processing/scikit_learn_data_processing_and_model_evaluation. amazon-sagemaker-
examples

Para obtener la documentación, consulte ReadTheDocs.

Quiero entrenar un modelo de Scikit-learn personalizado en SageMaker.

Para ver un ejemplo de cuaderno de Jupyter, consulta https://github.com/awslabs/ amazon-
sagemaker-examples /tree/master/ sagemaker-python-sdk /scikit_learn_iris.

Para obtener documentación, consulte Train a Model with Scikit-learn.
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Tengo un modelo de Scikit-learn en el que me he formado y quiero implementarlo en un terminal 
alojado. SageMaker

Para obtener más información, consulte Deploy Scikit-learn models.

Tengo un modelo Scikit-learn con el que me entrené fuera de él y quiero SageMaker implementarlo 
en un punto final SageMaker

Para obtener más información, consulte Deploy Endpoints from Model Data.

Quiero ver la documentación de la API para las clases de  SageMaker Scikit-learn del SDK de 
Amazon Python.

Para obtener más información, consulte Scikit-learn Classes.

Quiero ver información sobre SageMaker los contenedores Scikit-learn.

Para obtener más información, consulta el repositorio SageMaker Scikit-learn Container. GitHub

Usa SparkML Serving con Amazon SageMaker

El modelo y el predictor SparkML Serving del SDK de Amazon SageMaker Python y el contenedor 
SageMaker SparkML Serving de código abierto de Amazon admiten el despliegue de canalizaciones 
de Apache Spark ML serializadas con mLeap para obtener inferencias. SageMaker

Para obtener información sobre el uso del contenedor SparkML Serving para implementar modelos 
SageMaker, consulte el repositorio de contenedores SageMaker GitHub Spark ML. Para obtener 
información sobre el modelo y los predictores de SparkML Serving del SDK de Amazon SageMaker 
Python, consulte la documentación de la API Predictor y SparkML Serving Model.

TensorFlow Úselo con Amazon SageMaker

Puedes usar Amazon SageMaker para entrenar e implementar un modelo mediante TensorFlow 
código personalizado. Los TensorFlow estimadores y modelos del SDK de SageMaker Python y los 
TensorFlow contenedores de SageMaker código abierto facilitan la escritura de un TensorFlow script 
y su ejecución. SageMaker

Usa la versión 1.11 y TensorFlow versiones posteriores

Para TensorFlow las versiones 1.11 y posteriores, el SDK de Amazon SageMaker Python admite 
scripts de entrenamiento en modo script.
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¿Qué quiere hacer?

Quiero entrenar un TensorFlow modelo personalizado. SageMaker

Para ver un ejemplo de cuaderno de Jupyter, consulte Entrenamiento y servicio en modo 
TensorFlow script.

Para obtener documentación, consulte Entrenar un modelo con. TensorFlow

Tengo un TensorFlow modelo en SageMaker el que me he formado y quiero implementarlo en un 
punto final hospedado.

Para obtener más información, consulte Implementación de modelos de TensorFlow servicio.

Tengo un TensorFlow modelo con el que me he formado SageMaker fuera y quiero implementarlo en 
un SageMaker punto final

Para obtener más información, consulte Deploying directly from model artifacts.

Quiero ver la documentación de la API para las TensorFlow clases del SDK de Amazon SageMaker 
Python.

Para obtener más información, consulte TensorFlow Estimator.

Quiero encontrar el repositorio de SageMaker TensorFlow contenedores.

Para obtener más información, consulte  GitHub Repositorio de SageMaker TensorFlow 
contenedores.

Deseo obtener información sobre TensorFlow las versiones compatibles con AWS Deep Learning 
Containers.

Para obtener más información, consulte Available Deep Learning Container Images.

Para obtener información general sobre cómo escribir guiones de entrenamiento en modo 
TensorFlow TensorFlow script y usar estimadores y modelos en modo script con SageMaker, 
consulte Uso TensorFlow con el SDK de SageMaker Python.

Utilice el modo TensorFlow heredado para las versiones 1.11 y anteriores

El SDK de Amazon SageMaker Python proporciona un modo heredado que admite TensorFlow las 
versiones 1.11 y anteriores. Utilice scripts de TensorFlow entrenamiento en modo heredado para 
ejecutar TensorFlow tareas en los siguientes casos SageMaker:
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• Dispone de scripts existentes en el modo heredado que no desea convertir al modo de script.

• Quieres usar una TensorFlow versión anterior a la 1.11.

Para obtener información sobre cómo escribir TensorFlow scripts en modo heredado para usarlos 
con el SDK de SageMaker Python, consulte TensorFlow SageMaker Estimadores y modelos.

Utilice el servidor de inferencias Triton con Amazon SageMaker

SageMaker permite a los clientes implementar un modelo mediante código personalizado con el 
servidor de inferencia NVIDIA Triton. Esta funcionalidad está disponible mediante el desarrollo de
contenedores del servidor de inferencia Triton. Estos contenedores incluyen el servidor de inferencia 
NVIDIA Triton, la compatibilidad con los marcos de aprendizaje automático más comunes y variables 
de entorno útiles que permiten optimizar el rendimiento. SageMaker Para ver una lista completa de 
todas las imágenes disponibles de contenedores de aprendizaje profundo, consulte Available Deep 
Learning Containers Images. Las imágenes de contenedores de aprendizaje profundo se mantienen 
y actualizan periódicamente con parches de seguridad.

Puede usar el contenedor del servidor de inferencia Triton con el SDK de SageMaker Python como 
lo haría con cualquier otro contenedor de sus SageMaker modelos. Sin embargo, el uso del SDK de 
SageMaker Python es opcional. Puede utilizar los contenedores del servidor de inferencia Triton con 
la AWS CLI y el AWS SDK for Python (Boto3).

Para obtener más información sobre el servidor de inferencia NVIDIA Triton, consulte la
documentación de Triton.

Inferencia

Note

El backend Python de Triton usa memoria compartida (SHMEM) para conectar el código a 
Triton. SageMaker La inferencia proporciona hasta la mitad de la memoria de la instancia 
que proporciona SHMEM, por lo que puedes usar una instancia con más memoria para un 
SHMEM de mayor tamaño.

Para realizar inferencias, puede usar sus modelos de aprendizaje automático entrenados con Triton 
Inference Server para implementar un trabajo de inferencia con ellos. SageMaker

Algunas de las características clave del contenedor del servicios de inferencia Triton son:
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• Compatibilidad con varios marcos: Triton se puede usar para implementar modelos de todos 
los principales marcos de ML. Triton admite los formatos de SavedModel modelo Python/C++ 
personalizados TensorFlow GraphDef y ONNX, PyTorch TorchScript TensorRT.

• Canalizaciones de modelos: el conjunto de modelos Triton representa una canalización de un 
modelo con una lógica de preprocesamiento y postprocesamiento y la conexión de tensores 
de entrada y salida entre ellas. Una sola solicitud de inferencia a un conjunto desencadena la 
ejecución de toda la canalización.

• Ejecución simultánea del modelo: se pueden ejecutar varias instancias del mismo modelo 
simultáneamente en la misma GPU o en varias GPU.

• Procesamiento dinámico por lotes: para los modelos que admiten el procesamiento por lotes, 
Triton tiene varios algoritmos integrados de programación y procesamiento por lotes que combinan 
las solicitudes de inferencia individuales para mejorar el rendimiento de las inferencias. Estas 
decisiones de programación y procesamiento por lotes son transparentes para el cliente que 
solicita la inferencia.

• Compatibilidad diversa con CPU y GPU: los modelos se pueden ejecutar en CPU o GPU para 
obtener la máxima flexibilidad y adaptarse a requisitos de computación heterogéneos.

¿Qué quiere hacer?

Quiero implementar mi modelo entrenado en. PyTorch SageMaker

Para ver un ejemplo de Jupyter Notebook, consulte el ejemplo Implementación del modelo 
PyTorch Resnet50 con el servidor de inferencia Triton.

Quiero implementar mi modelo SageMaker entrenado de Hugging Face.

Para ver un ejemplo de Jupyter Notebook, consulte el ejemplo Implementación de un modelo 
PyTorch BERT con el servidor de inferencia Triton.

Referencia de la API

La realización de llamadas a la API directamente desde el código es complicada y requiere que 
escriba código para autenticar sus solicitudes. Amazon SageMaker ofrece las siguientes alternativas:

Temas

• Modelo de programación para Amazon SageMaker

• API, CLI y SDK
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Modelo de programación para Amazon SageMaker

La realización de llamadas a la API directamente desde el código es complicada y requiere que 
escriba código para autenticar sus solicitudes. Amazon SageMaker ofrece las siguientes alternativas:

• Usa la SageMaker consola: con la consola, no escribes ningún código. Puede utilizar la interfaz de 
usuario de la consola para iniciar la capacitación de modelos o implementar un modelo. La consola 
funciona bien con los trabajos simples, en los que utiliza un algoritmo de capacitación integrado y 
no necesita preprocesar los datos de capacitación.

 

• Modifique los cuadernos de Jupyter de ejemplo: SageMaker proporciona varios cuadernos
de Jupyter que entrenan e implementan modelos mediante algoritmos y conjuntos de datos 
específicos. Comience con un bloc de notas que disponga de un algoritmo apropiado y modifíquelo 
para adaptarlo a sus necesidades específicas y origen de datos.

 

• Escriba código de inferencia y entrenamiento de modelos desde cero: SageMaker proporciona 
varios lenguajes de AWS SDK (enumerados en la descripción general) y el SDK de Amazon 
SageMaker Python, una biblioteca de Python de alto nivel que puede usar en su código para iniciar 
trabajos de entrenamiento de modelos e implementar los modelos resultantes.

 

• El SDK de SageMaker Python: esta biblioteca de Python simplifica el entrenamiento y la 
implementación de modelos. Además de la autenticación de solicitudes, la biblioteca resumen 
los datos específicos de la plataforma proporcionando métodos sencillos y parámetros 
predeterminados. Por ejemplo:

 

• Para implementar el modelo, llame solo al método deploy(). El método crea un artefacto 
SageMaker modelo, una configuración de punto final, y luego implementa el modelo en un 
punto final.

 

• Si utiliza un script de marco personalizado para la capacitación de modelos, llame al método
fit(). El método crea un archivo .gzip de su script, lo carga en una ubicación de Amazon S3 
y, a continuación, lo ejecuta para el entrenamiento de modelos y otras tareas. Para obtener 
más información, consulte Marcos y lenguajes de machine learning.
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• Para establecer los valores predeterminados de las llamadas a la SageMaker API realizadas 
por el SDK de SageMaker Python, se utiliza un diccionario de configuración predeterminado. 
Para obtener más información, consulte Configuración y uso de valores predeterminados con 
el SDK de SageMaker Python.

 

• Los AWS SDK: los SDK proporcionan métodos que se corresponden con la SageMaker API 
(consulte). Operations Utilice los SDK para iniciar mediante programación un trabajo de 
formación de modelos y alojar el modelo en él. SageMaker Los clientes del SDK se encargan de 
la autenticación en su nombre, por lo que no necesita escribir el código de autenticación. Están 
disponibles en varios idiomas y plataformas. Para obtener más información, consulte la lista 
anterior en la descripción general.

 

En Introducción, realice la capacitación de un modelo e impleméntelo mediante un algoritmo 
proporcionado por SageMaker. Ese ejercicio muestra cómo utilizar estas bibliotecas. Para obtener 
más información, consulte Introducción.

 

• Intégrelo SageMaker en su flujo de trabajo de Apache Spark: SageMaker proporciona una 
biblioteca para llamar a sus API desde Apache Spark. Con ella, puedes usar estimadores 
SageMaker basados en una canalización de Apache Spark. Para obtener más información, 
consulte Usa Apache Spark con Amazon SageMaker.

API, CLI y SDK

Amazon SageMaker proporciona API, SDK y una interfaz de línea de comandos que puede usar para 
crear y administrar instancias de notebook y entrenar e implementar modelos.

• Amazon SageMaker Python SDK (recomendado)

• Referencia de SageMaker la API de Amazon

• Referencia de la API de Amazon Augmented AI

• AWS Command Line Interface

• AWS SDK for .NET
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• AWS SDK for C++

• AWS SDK for Go

• AWS SDK for Java

• AWS SDK for JavaScript

• AWS SDK for PHP

• AWS SDK for Python (Boto)

• AWS SDK for Ruby

• Amazon SageMaker Spark

También puedes obtener ejemplos de código en el GitHub repositorio de cuadernos de SageMaker 
ejemplo de Amazon.

• Ejemplo de blocs de notas

SageMaker Imágenes de distribución

SageMaker La distribución es una colección de imágenes de Docker, que incluye bibliotecas y 
paquetes populares para el aprendizaje automático, la ciencia de datos y la visualización del análisis 
de datos. Las imágenes de Docker incluyen marcos de aprendizaje profundo como los siguientes:

• PyTorch

• TensorFlow

• Keras

También incluye paquetes populares de Python, como los siguientes:

• numpy

• scikit-learn

• pandas

Dentro del contenedor, puedes usar los siguientes IDE:

• JupyterLab

• Editor de código, basado en Code-OSS (código de código abierto de Visual Studio)
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Cada imagen SageMaker de distribución tiene una variante de GPU y una variante de CPU.

SageMaker La distribución está disponible en:

• Estudio

• Studio Lab

Se garantiza que los paquetes incluidos en el contenedor son compatibles entre sí y el tiempo de 
ejecución está diseñado para funcionar en cualquier lugar. Puedes usar el contenedor para ejecutar 
libretas o trabajos de SageMaker formación de Amazon SageMaker Studio. También puede ejecutar 
el contenedor en un portátil local. Utilice SageMaker Distribution para empezar rápidamente con 
el desarrollo del aprendizaje automático en su entorno local. Realice la transición sin problemas a 
tareas como la ejecución por lotes de trabajos de formación sin necesidad de volver a configurar su 
entorno de ejecución.

Para ver la lista de todas las bibliotecas compatibles en SageMaker la distribución y sus versiones 
correspondientes, consulte la SageMakerDistribución GitHub. También puede utilizar las imágenes 
prediseñadas y de ready-to-use SageMaker distribución de la galería de Amazon Elastic Container 
Registry.

Paquetes y versiones compatibles

Para ver la lista de paquetes que están instalados en una versión de SageMaker Distribution, 
consulte el archivo Release.md en el directorio build_artifacts del repositorio de distribución. 
SageMaker  GitHub

SageMaker Política de soporte de imágenes de distribución

Importante Una versión 
principal de Amazon 
SageMaker Distribut 
ion actualiza todas 
sus dependencias 
principales a la última 
versión compatibl 
e. SageMaker La 
distribución puede 
añadir o eliminar 

Semestral
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paquetes en una 
versión principal. Las 
versiones principal 
es se indican con el 
primer número de la 
cadena de versiones. 
Por ejemplo, 1.0, 2.0, 
3.0.

Menor Una versión secundari 
a de Amazon 
SageMaker Distribut 
ion garantiza que 
todas sus dependenc 
ias principales se 
actualicen a la última 
versión secundaria 
compatible dentro 
de la misma versión 
principal. SageMaker 
La distribución 
puede añadir nuevos 
paquetes durante 
el lanzamiento 
de una versión 
secundaria. Las 
versiones secundari 
as se indican con el 
segundo número de la 
cadena de versiones 
. Por ejemplo, 1.1, 1.2 
o 2.1

Mensualmente 
(también se publican 
versiones secundari 
as adicionales si es 
necesario añadirlas)

Paquetes y versiones compatibles 6491
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Parche El lanzamiento de 
una versión de 
parche de Amazon 
SageMaker Distribut 
ion garantiza que 
todas sus dependenc 
ias principales se 
actualicen a la 
última versión de 
parche compatible 
dentro de la misma 
versión secundari 
a. SageMaker La 
distribución no añade 
ni elimina paquetes 
durante el lanzamien 
to de una versión de 
parche.

7 días (también 
se implementan 
correcciones de 
un día para otro 
en función de la 
gravedad)

Important

• SageMaker La distribución v0.x.y solo se usa en Studio Classic. SageMaker La distribución 
v1.x.y solo se usa en. JupyterLab

• Intentamos actualizar las imágenes de Studio con nuevas versiones con regularidad. Si los 
paquetes de la imagen de distribución están desactualizados, te recomendamos esperar a 
la próxima actualización.

• Algunas dependencias, como Python, se tratan de forma diferente. Amazon SageMaker 
Distribution permite una actualización menor de Python con una versión. Por ejemplo, 
puede actualizar Python 3.10 a Python 3.11 al actualizar de la versión 4.8 a la 5.0.

Historial de documentos de Amazon SageMaker

Cambio Descripción Fecha

SageMaker Historial de revisión 6492
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Actualizaciones de políticas 
administradas de AWS: nueva 
política

SageMaker agregó la 
siguiente política AWS 
gestionada nueva.

• AmazonSageMakerCan 
vasBedrockAccess

2 de febrero de 2024

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerCan 
vasFullAccess

24 de enero de 2024

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerCan 
vasFullAccess

8 de diciembre de 2023

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerCan 
vasDataPrepFullAccess

7 de diciembre de 2023
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Nuevas funciones re:Invent 
2023

Las siguientes funciones 
nuevas se introdujeron en 
re:Invent 2023.

• SageMaker Canvas Chat 
para la preparación de datos

• Editor de código

• Contenedores de aprendiza 
je profundo para inferencias 
de modelos grandes

• Implemente modelos para 
realizar inferencias en 
tiempo real

• SageMaker Imágenes de 
distribución

• Simplificación de la 
incorporación de dominios

• Amazon S3 Express de una 
zona

• Evaluaciones de modelos 
básicos (FMEval)

• SageMakerHyperPod

• Jupyterai

• JupyterLab en Studio

• SageMakerNotebook 
Empleos

• SageMaker Oleoductos

• SageMakersmart tamizado

• SageMakerStudio

30 de noviembre de 2023
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Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada en re:Invent 2023.

• AmazonSageMakerFul 
lAccess

30 de noviembre de 2023

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó las 
siguientes políticas AWS 
gestionadas en re:Invent 2023.

• AmazonSageMakerCan 
vasIA ServicesAccess

• AmazonSageMakerCan 
vasDataPrepFullAccess

29 de noviembre de 2023

Actualizaciones de políticas 
administradas por AWS: 
nuevas políticas

SageMaker agregó la 
siguiente nueva política AWS 
gestionada en re:Invent 2023.

• AmazonSageMakerClu 
sterInstanceRolePolicy

29 de noviembre de 2023

Actualizaciones de políticas 
administradas de AWS: nueva 
política

SageMaker agregó la 
siguiente nueva política AWS 
gestionada.

• AmazonSageMakerCan 
vasDataPrepFullAccess

26 de octubre de 2023

Actualizaciones de políticas 
administradas de AWS: nueva 
política

SageMaker se agregó la 
siguiente nueva política AWS 
gestionada.

• AmazonSageMakerCan 
vasDirectDeployAccess

6 de octubre de 2023

SageMaker Historial de revisión 6495

https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol.html#security-iam-awsmanpol-AmazonSageMakerFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol.html#security-iam-awsmanpol-AmazonSageMakerFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-cluster.html#security-iam-awsmanpol-AmazonSageMakerClusterInstanceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-cluster.html#security-iam-awsmanpol-AmazonSageMakerClusterInstanceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDirectDeployAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDirectDeployAccess.html


Amazon SageMaker Guía para desarrolladores

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó las 
siguientes políticas AWS 
gestionadas.

• AmazonSageMakerCan 
vasFullAccess

• AmazonSageMakerCan 
vasIA ServicesAccess

29 de septiembre de 2023

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerCan 
vasFullAccess

29 de agosto de 2023

Actualizaciones de políticas 
administradas por AWS: 
nuevas políticas

SageMaker agregó las 
siguientes políticas AWS 
administradas nuevas.

• AmazonSageMakerPar 
tnerServiceCatalog 
ProductsApiGateway 
ServiceRolePolicy

• AmazonSageMakerPar 
tnerServiceCatalog 
ProductsCloudForma 
tionServiceRolePolicy

• AmazonSageMakerPar 
tnerServiceCatalog 
ProductsLambdaServ 
iceRolePolicy

1 de agosto de 2023

SageMaker Historial de revisión 6496

https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsApiGatewayServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsApiGatewayServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsApiGatewayServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsApiGatewayServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsCloudFormationServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsCloudFormationServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsCloudFormationServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsCloudFormationServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsLambdaServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsLambdaServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsLambdaServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsLambdaServiceRolePolicy


Amazon SageMaker Guía para desarrolladores

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerCan 
vasFullAccess

24 de julio de 2023

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerMod 
elGovernanceUseAccess

17 de julio de 2023

Tabla de contenido refactori 
zada

SageMaker El índice de la 
guía para desarrolladores se 
ha rediseñado para reflejar 
mejor el nuevo contenido.

1 de junio de 2023

SageMaker Rutas ECR Se publicaron las rutas de 
registro de Docker y el código 
de ejemplo.

25 de mayo de 2023

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerGeo 
spatialExecutionRole.

10 de mayo de 2023

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerCan 
vasFullAccess

4 de mayo de 2023
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Actualizaciones de políticas 
administradas de AWS: nueva 
política

SageMaker agregó la 
siguiente política AWS 
gestionada nueva.

• AmazonSageMakerMod 
elRegistryFullAccess

12 de abril de 2023

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerCan 
vasFullAccess

24 de marzo de 2023

Actualizaciones de políticas 
administradas de AWS: nueva 
política

SageMaker agregó la 
siguiente política AWS 
gestionada nueva.

• AmazonSageMakerCan 
vasIA ServicesAccess

23 de marzo de 2023

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerNot 
ebooksServiceRolePolicy

9 de marzo de 2023

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó la 
siguiente política AWS 
gestionada.

• AmazonSageMakerNot 
ebooksServiceRolePolicy

12 de enero de 2023
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Nuevas características 
re:Invent 2022

Las siguientes características 
nuevas se presentaron en 
re:Invent 2022.

• SageMaker capacidades 
geoespaciales

• SageMaker Tarjetas modelo

• SageMaker Tablero de 
modelos

• SageMaker Administrador 
de roles

• Colaboración con espacios 
compartidos

• Pruebas de sombra de 
inferencia

• Flujos de trabajo basados 
en cuadernos

• Widget de preparación de 
datos Data Wrangler

• AutoML entra en Amazon 
SageMaker Model Building 
Pipelines

• Extensión Git de Studio 
Classic

30 de noviembre de 2022

Actualizaciones de políticas 
administradas por AWS: 
actualización de políticas 
existentes

SageMaker actualizó las 
siguientes políticas AWS 
gestionadas en re:Invent 2022.

• AmazonSageMakerFul 
lAccess

• AmazonSageMakerFea 
tureStoreAccess

• AmazonSageMakerCan 
vasFullAccess

30 de noviembre de 2022
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Actualizaciones de políticas 
administradas por AWS: 
nuevas políticas

SageMaker agregó las 
siguientes políticas AWS 
gestionadas nuevas en 
re:Invent 2022.

• AmazonSageMakerGeo 
spatialFullAccess

• AmazonSageMakerGeo 
spatialExecutionRole

• AmazonSageMakerMod 
elGovernanceUseAccess

30 de noviembre de 2022

Nuevas características 
re:Invent 2021

Las siguientes características 
nuevas se presentaron en 
re:Invent 2021.

• SageMaker Lienzo

• SageMaker Ground Truth 
Plus

• SageMaker Recomendador 
de inferencias

• SageMaker Terminales sin 
servidor

• SageMaker Laboratorio de 
estudio

• SageMaker Cuadernos 
Studio y Amazon EMR

• SageMaker Compilador de 
formación

1 de diciembre de 2021
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Datos de serie temporal del 
piloto automático

Amazon SageMaker Autopilot 
acepta series temporales 
como entradas de modelos. 
Para obtener más informaci 
ón, consulte Datos y tipos 
de problemas de Amazon 
SageMaker Autopilot.

25 de octubre de 2021

Políticas administradas por 
AWS

Comenzó a realizar un 
seguimiento de los cambios 
en las políticas SageMaker 
gestionadas.

10 de junio de 2021

Nuevas características 
re:Invent 2020

Las siguientes características 
nuevas se presentaron en 
re:Invent 2020.

• Amazon SageMaker Model 
Building Pipelines

• Automatice los MLOP con 
proyectos SageMaker

• SageMaker Edge Manager

• SageMaker Aclare

• SageMaker Data Wrangler

• SageMaker Tienda de 
funciones

• SageMaker Estudio 
JumpStart

• Registro e implementación 
de modelos con el registro 
de modelos

• SageMaker Distribuido

• Elaboración profunda de 
perfiles con SageMaker 
Debugger

1 de diciembre de 2020
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Cuadernos de Studio SageMaker Cuadernos de 
Studio

28 de abril de 2020

Nuevas características 
re:Invent 2019

Las siguientes características 
nuevas se presentaron en 
re:Invent 2019.

• SageMaker Estudio

• SageMaker Cuadernos 
Studio (versión preliminar)

• SageMaker Experimentos

• SageMaker Piloto automátic 
o

• SageMaker Depurador

• SageMaker Monitor de 
modelo

3 de diciembre de 2019
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Nuevas características 
re:Invent 2018

Las siguientes características 
nuevas se presentaron en 
re:Invent 2018.

• Amazon SageMaker Ground 
Truth

• Amazon Elastic Inference

• SageMaker Recursos en 
AWS Marketplace

• SageMaker Canalizaciones 
de inferencia

• SageMaker Neo

• Buscar Amazon SageMaker 
Experiments

• Aprendizaje por refuerzo

• Asocia repositorios de 
Git con instancias de 
SageMaker Notebook

• Algoritmo de segmentación 
semántica

• Archivos de manifiesto 
aumentados en trabajos de 
entrenamiento

28 de noviembre de 2018

Configuración de instancias de 
cuaderno

Puede utilizar scripts de 
intérprete de comandos para 
configurar instancias de 
cuaderno cuando las crea 
o las inicia. Para obtener 
más información, consulte la 
sección sobre cómo personali 
zar una instancia con bloc de 
notas.

1 de mayo de 2018
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Compatibilidad con Application 
Auto Scaling

Amazon SageMaker ahora 
admite Application Auto 
Scaling para las variantes 
de producción. Para obtener 
más información, consulte
Escalado automático de 
SageMaker modelos

28 de febrero de 2018

TensorFlow Compatibilidad 
con MXNet 1.5 y MXNet 1.0

Los contenedores de Amazon 
SageMaker Deep Learning 
ahora admiten la versión 
TensorFlow 1.5 y Apache 
MXNet 1.0.

27 de febrero de 2018

BlazingText algoritmo Amazon SageMaker ahora es 
compatible con el BlazingTe 
xtalgoritmo.

18 de enero de 2018

Cifrado de KMS Amazon SageMaker ahora 
admite el cifrado KMS para 
alojar instancias y entrenar 
artefactos de modelos en 
reposo.

17 de enero de 2018

CloudTrail soporte Amazon SageMaker ahora 
admite el inicio de sesión con 
AWS CloudTrail.

11 de enero de 2018

Algoritmo de previsión 
DeepAR

Amazon SageMaker ahora 
admite el algoritmo DeepAR
para la previsión de series 
temporales.

8 de enero de 2018

SageMaker lanzar Amazon SageMaker se lanzó 
en re:Invent 2017.

28 de noviembre de 2017

SageMaker Historial de revisión 6504
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Glosario de AWS
Para ver la terminología más reciente de AWS, consulte el Glosario de AWS en la Referencia de 
Glosario de AWS.
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Las traducciones son generadas a través de traducción automática. En caso de conflicto entre la 
traducción y la version original de inglés, prevalecerá la version en inglés.
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